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Introdu
tionDans le 
adre du projet Monastir regroupant les industriels Renault, PSA, Mi
helin,SNCF, nous avions pu voir les limites des m�ethodes de lin�earisation dans le domaine duCrash. Cette exp�erien
e, partiellement rapport�ee en se
tion 3.7.2 page 55, est �a l'origine dutravail que nous pr�esentons dans 
ette th�ese.D'autre part, dans de nombreux probl�emes d'optimisation pratiques, les 
rit�eres �a mini-miser sont le r�esultat de l'ex�e
ution de 
odes de 
al
uls longs auxquels on ne peut pas sepermettre de faire appel trop souvent. Il est �egalement assez fr�equent que les d�eriv�ees de 
es
rit�eres par rapport aux param�etres �a optimiser soient ina

essibles. Dans d'autres 
as, il sepeut que le ph�enom�ene physique soit tellement instable que le gradient, bien que 
al
ulable,ne soit pas d'une grande utilit�e en raison de son 
ara
t�ere trop lo
al. C'est essentiellementpour 
es raisons que nous nous sommes int�eress�es �a la 
onstru
tion de mod�eles qui four-nissent une bonne approximation peu 
oûteuse en temps de 
al
ul des 
rit�eres �a minimiser.A�n de pouvoir utiliser des te
hniques d'optimisation bas�ees sur l'utilisation du gradient,nous 
her
hions �egalement �a bâtir des mod�eles qui disposent de d�eriv�ees d'ordre un. Noussommes parvenus �a satisfaire toutes 
es exigen
es en nous servant des r�eseaux de neurones.Les r�eseaux de neurones 
her
hent �a imiter la stru
ture (neurones, synapses, ...) du 
er-veau humain. En 1943, Warren M
Cullo
h (neurophysiologiste) et Watter Pitts (math�ema-ti
ien) [51℄ ont 
onstruit un r�eseau de neurones 
apable de traiter des nombres binaires.En 1949, Donals Hebb d�e
rit les pro
essus d'apprentissage. Ces travaux sont �a l'originedes fon
tions d'apprentissage utilis�ees a
tuellement. En 1957, Frank Rosenblatt 
r�ee le pre-mier mod�ele de r�eseau neuronal ave
 apprentissage supervis�e. Ce mod�ele est tr�es important,
ar il est 
apable de g�en�eraliser. Cela signi�e qu'il a la 
apa
it�e de restituer une r�eponse
orre
te pour des donn�ees non apprises. Un des in
onv�enients de 
e mod�ele est qu'il n'a pasla 
apa
it�e de r�esoudre des probl�emes qui ne sont pas lin�eairement s�eparables. Les r�eseauxde neurones sont utilis�es pour la premi�ere fois pour r�esoudre des probl�emes r�eels en 1960 :ADALINE (ADAptative LInear Elements).Les m�ethodes neuronales sont abandonn�ees par la 
ommunaut�e s
ienti�que en 1969.Elles reviennent au goût du jour dans les ann�ees 80, ave
, la même ann�ee (1985) la 
on
ep-tion de l'algorithme de r�etro-propagation du gradient (que l'on appelle m�ethode adjointe enmath�ematiques appliqu�ees) et la publi
ation du livre de John Hop�eld sur les r�eseaux deneurones. En 1986, Rumel Hart et M
Clelland utilisent l'algorithme de r�etro-propagation dugradient pour r�esoudre des probl�emes hors de port�e du per
eptron : ils utilisent des r�eseauxmulti
ou
hes.Les r�eseaux de neurones sont utilis�es dans de nombreuses appli
ations issues de di��erents



2 Introdu
tiondomaines (
f. 
hapitre 3). Bien que l'algorithme d'apprentissage supervis�e n�e
essite lui-mêmela r�esolution d'un probl�eme d'optimisation, l'utilisation dire
te de r�eseaux de neurones pourr�esoudre des probl�emes d'optimisation globale n'est pas, �a notre 
onnaissan
e, en
ore tr�eshabituelle. On peut trouver des travaux sur l'optimisation en utilisant les r�eseaux de neuronesdepuis quelques ann�ees [60, 11, 57, 71, 68, 32℄. On peut 
iter des travaux r�e
ents 
ombinantm�ethodes neuronales et algorithmes g�en�etiques [3, 14, 62, 30, 75, 55℄.A�n d'illustrer imm�ediatement l'apport de notre travail, nous allons 
omparer un r�esultatd'approximation de la fon
tion parabole ((x; y) 7�! x2 + y2) par une appro
he neural 
las-sique. Nous pr�esentons la meilleure approximation que nous avons obtenu ave
 la < tool-box > de Matlab.On peut 
onstater sur 
ette �gure 1 que Matlab introduit des os
illations pour appro
herune fon
tion lisse.Au 
ontraire, nous verrons �a la se
tion 4.2.1 (page 70) que la m�ethode que nous proposonsnous permet d'appro
her une fon
tion os
illante, dont on 
her
he le minimum global, par unr�eseau lisse.
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Notre m�ethode z�ero-m�emoireFig. 1 { Comparaison �a MatlabDans le 
hapitre 1, nous allons motiver notre �etude de l'utilisation des r�eseaux de neuronesen optimisation. Dans un premier temps, nous expliquerons 
omment 
e travail peut apporterune solution au probl�eme de la perte de stabilit�e lors de la lin�earisation d'un probl�emed'�evolution non lin�eaire. Ensuite, on s'int�eressera �a l'optimisation de fon
tions qui pr�esententplusieurs minima lo
aux (fon
tions os
illantes). En�n, on d�e
rira bri�evement l'int�erêt de 
etravail pour l'optimisation de fon
tions de type \boite noire" [52℄.Le 
hapitre 2 porte sur les plans d'exp�erien
e dont nous nous servons pour 
hoisir d'unemani�ere judi
ieuse les 
ouples utilis�es au 
ours de l'apprentissage du r�eseau. Apr�es quelquesrappels sur les plans d'exp�erien
e, nous d�e
rirons 
omment nous les utilisons pour 
onstruiredes 
ouples d'apprentissage.Au 
hapitre 3, nous 
ommen
erons par de brefs rappels sur les r�eseaux de neurones (sujetamplement d�evelopp�e dans la litt�erature depuis les ann�ees 80 : [1, 15, 16, 17, 33, 34, 35, 36,



Introdu
tion 345, 59, 69℄). Nous d�e
rirons ensuite une m�ethode d'apprentissage z�ero-m�emoire que nousavons d�evelopp�ee en 
ouplant des te
hniques telles que la m�ethode de Gauss-Newton, le gra-dient 
onjugu�e, les modes de la di��erentiation automatique, ... Nous d�etaillerons �egalementquelques m�ethodes de r�egularisation utilis�ees pour pallier �a d'�eventuelles erreurs sur lesdonn�ees. Ces m�ethodes font intervenir : la m�ethode de Tikhonov, la strat�egie d'arrêt de l'ap-prentissage, la taille du mod�ele et pour terminer l'utilisation de la m�ethode de Gauss-Newton.Cette appro
he de r�egularisation permet en plus d'�eviter les minima lo
aux (qui posent uns�erieux probl�eme pour les m�ethodes 
lassiques), en augmentant la taille du mod�ele pour as-surer l'apprentissage et en le r�eduisant ensuite pour la r�egularisation. En�n, nous illustreronsla m�ethode d'apprentissage par des r�esultats num�eriques, aussi bien sur des 
as a
ad�emiques,que sur des 
as industriels. Tous les aspe
ts pr�esent�es, sur l'exemple de r�eseaux neuronauxpeuvent, a priori, être adapt�es �a tous probl�emes inversesAu dernier 
hapitre, nous verrons 
omment nous avons exploit�e les r�eseaux de neurones etleur gradient pour r�esoudre des probl�emes d'optimisation des types pr�esent�es au 
hapitre 1.





Chapitre 1Motivation �a l'utilisation des r�eseauxde neurones
1.1 D�erivation d'un probl�eme d'�evolution non lin�eaireLes probl�emes mod�elis�es par des �equations d'�evolution non lin�eaires 
omme l'�equation deBurger, les �equations de Navier-Stokes ou le probl�eme du pendule poss�edent des propri�et�esde stabilit�e. Ces derni�eres sont essentiellement bas�ees sur une estimation de type �energie etd�e
oulent du fait que le probl�eme non lin�eaire d�e
rit un ph�enom�ene physique. En revan
he,les probl�emes lin�earis�es asso
i�es ne b�en�e�
ient pas n�e
essairement de 
es mêmes bonnespropri�et�es. Comme la d�eriv�ee de la solution d'un probl�eme d'�evolution non lin�eaire parrapport �a un param�etre de 
on
eption donn�e est justement solution de l'�equation lin�earis�ee,on ne peut la prendre en 
onsid�eration que sur un intervalle de temps �ni T . Elle a don
 un
ara
t�ere trop lo
al et se r�ev�ele peu pertinente pour les probl�emes d'optimisation.1.1.1 �Equation de BurgerL'�equation de Burger ut + �u22 �x = 0ou, sous sa forme quasi-lin�eaire, ut + uux = 0est un mod�ele qui pr�esente les mêmes 
ara
t�eres fondamentaux que le syst�eme de 3 �equations(
onservation de la masse, de la quantit�e de mouvement et de l'�energie) �a 3 in
onnues (parexemple la vitesse, la pression et l'entropie sp�e
i�que) de la dynamique des gaz unidimen-sionnelle [53℄.Elle repr�esente �egalement le ph�enom�ene du \bang sonique" : loin d'un avion supersoniqueet en parti
ulier pr�es du sol, le bruit engendr�e par l'avion se 
on
entre dans 
ertaines zoneso�u la pression est gouvern�ee par l'�equation de Burger [18℄.Le terme �u22 �x est un terme non lin�eaire de 
onve
tion.



6 Motivation �a l'utilisation des r�eseaux de neuronesSi on ajoute un terme lin�eaire mais dissipatif �a l'�equation �e
rite 
i-dessusut + �u22 �x = �uxx;ave
 � > 0, on obtient une �equation de type parabolique.Le syst�eme qui suit est un assez bon mod�ele des �equations de Navier-Stokes qui serontvues �a la se
tion suivante.ut + u ux = �uxx; dans [0; L℄�℄0; T ℄ (1.1)u(x; t = 0) = u0(x);u(x = 0; t) = u0(0) = 0;u(x = L; t) = u0(L) = 0:En multipliant (1.1) par u et en int�egrant par rapport �a x, on obtientZ L0 uut = � Z L0 u uxx � Z L0 u2ux (1.2)ou en
ore 12(Z L0 u2)t = � Z L0 u uxx � Z L0 u2ux: (1.3)Moyennant quelques int�egrations par parties et l'utilisation des 
onditions aux limites,on a Z L0 u uxx = � Z L0 (ux)2 + [u ux℄L0 = � Z L0 (ux)2 (1.4)pour le terme de vis
osit�e et� Z L0 u2ux = 2 Z L0 u2ux � [u3℄L0 = 2 Z L0 u2ux (1.5)pour le terme non lin�eaire. Cela veut dire que,Z L0 u2ux = 0:En reportant (1.4) dans (1.3), et en utilisant (1.5), on aboutit �a12(Z L0 u2)t = �� Z L0 (ux)2 < 0: (1.6)La derni�ere �equation montre que la 
ontribution du terme non lin�eaire est nulle et quel'�energie 
in�etique d�e
rô�t.Appelons U la d�eriv�ee de u par rapport �a un param�etre quel
onque. Pour simpli�er les
al
uls, nous disons que 
e param�etre est �. Alors U est la solution deUt + U ux + uUx = �Uxx + uxx: (1.7)



1.1 D�erivation d'un probl�eme d'�evolution non lin�eaire 7Appliquons la même te
hnique que pour traiter l'�equation (1.1) : en multipliant par U et enint�egrant par rapport �a x, on a12(Z L0 U2)t = � Z L0 U Uxx + Z L0 U uxx � Z L0 U2ux � Z L0 uU Ux: (1.8)En faisant quelques int�egrations par parties et en tenant 
ompte des 
onditions auxlimites, on obtient Z L0 U Uxx = [U Ux℄L0 � Z L0 (Ux)2 = � Z L0 (Ux)2; (1.9)Z L0 U uxx = [U ux℄L0 � Z L0 Uxux = � Z L0 Uxux; (1.10)� Z L0 U2ux = [�U2u℄L0 + 2 Z L0 U Ux u = 2 Z L0 U Ux u: (1.11)En reportant dans (1.8), on obtient12(Z L0 U2)t = �� Z L0 (Ux)2 � Z L0 Uxux + Z L0 U Ux u: (1.12)On perd les propri�et�es de stabilit�e pour de petites valeurs de �, et on ne peut plus garantirla d�e
roissan
e de l'�energie.On illustre 
e ph�enom�ene num�eriquement ave
 u0 = 1� 
os(4�x)2 0 � x � 0:5 et � =10�3.
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tion du tempsFig. 1.1 { �Equation de BurgerD'apr�es la �gure 1.1, on peut noter que l'�energie d�e
rô�t en fon
tion du temps. En re-van
he, dans le 
as lin�earis�e (�gure 1.2), on ne peut pas faire la même aÆrmation : l'�energie\explose". On en d�eduit que le 
al
ul des d�eriv�ees en utilisant l'�equation lin�earis�ee n'est pasexploitable.
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�Energie en fon
tion du tempsFig. 1.2 { �Equation de Burger lin�earis�ee1.1.2 Navier-StokesOn 
onsid�ere maintenant le mouvement d'un 
uide mod�elis�e par les �equations de Navier-Stokes donn�ees 
i-dessous dans un domaine 
 born�e de R2 , dont la fronti�ere � est suÆ-samment r�eguli�ere. ut + (u:r)u� ��u +rp = 0; dans 
�℄0; T ℄ (1.13)div(u) = 0; dans 
�℄0; T ℄ (1.14)u(x; t) = 0; dans ��℄0; T ℄ (1.15)u(x; 0) = u0(x); dans 
: (1.16)Le ve
teur u et le s
alaire p repr�esentent respe
tivement la vitesse du 
uide et sa pression.En multipliant par u et en int�egrant par rapport �a x, on aboutit �aZ
 u :ut = � Z
 u :�u� Z
(u :r)u :u� Z
 u :r p (1.17)ou en
ore, en int�egrant par parties le terme R
 u :�u et en tenant 
ompte des 
onditions auxlimites, 12(Z
 j u j2)t = �� Z
 j ru j2 � Z
(u :r)u :u� Z
 u :rp: (1.18)



1.1 D�erivation d'un probl�eme d'�evolution non lin�eaire 9On a aussi� Z
(u :r)u :u = � Z
Xi ui((ru)u)i = � Z
Xi uiXj �ui�xj uj= Z
Xi;j ui(ui�uj�xj � uj �ui�xj ) + Z�Xi;j u2iuj= Z
Xi u2idiv(u) + Z
Xi uiXj uj �ui�xj= Z
 div(u) j u j2 + Z
(u :r)u :u;et � Z
 urp = � Z
Xi ui Æp�xi = Z
Xi �ui�xi p� Z�Xi uip = � Z
 div(u)pOn en d�eduit, en utilisant (1.14),12(Z
 u2)t = �� Z
(ru)2 < 0: (1.19)En
ore une fois, on montre que l'�energie 
in�etique totale d�e
rô�t. En appliquant la mêmete
hnique que pour l'�equation de Burger, on 
onstate �a nouveau une perte de stabilit�e de lasolution de l'�equation lin�earis�ee pour de petites valeurs de �.1.1.3 Pendule �elastiqueOn 
onsid�ere un ressort de raideur k et de longueur nominale ln mobile autour d'unaxe de rotation. Une masse m est suspendue au ressort dont la longueur devient l, ave
l =px2 + y2 (x position horizontale, y position verti
ale).La masse m est alors soumise �a son poids �!P = m�!g et �a la for
e de rappel du ressort�!F = �k��!IM . On n�eglige la masse du ressort et tous les frottements [64℄.Appliquons la relation fondamentale de la dynamique au syst�eme, il vientm�!a = �!F +�!P = �k��!IM +m�!g (1.20)o�u �!a est l'a

�el�eration et ��!IM = ��!OM ��!OI��!IM = � xy �� � xnyn � = 0B� l � lnl xl � lnl y 1CA :En projetant sur les axes, la relation fondamentale de la dynamique donne8><>: mxtt = k(ln � l)l x;mytt = k(ln � l)l y �mg:
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Oxn
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Fig. 1.3 { Pendule �elastiqueOn suppose maintenant que la masse est unitaire et on se donne un param�etre 
 qui jouele rôle d'une a

�el�eration dont l'obje
tif pourrait être de 
ontrôler la position horizontalede M . Le syst�eme devient alors 8><>: xtt = k(ln � l)l x + 
;ytt = k(ln � l)l y � g: (1.21)Si on d�erive (1.21) par rapport �a 
, on obtient le syst�eme lin�earis�e8>><>>: Xtt = dd
 �k(ln � l)l � x+ k(ln � l)l X + 1;Ytt = dd
 �k(ln � l)l � y + k(ln � l)l Y;o�u X (resp. Y ) repr�esente la d�eriv�ee de x (resp. y) par rapport �a 
 etdd
 �k(ln � l)l � = �k lnl3 (xX + yY ) :Le syst�eme lin�earis�e s'�e
rit alors� XttYtt � = A� XY �+ � 10 � (1.22)ave
 A = 0B� k(ln � l)l � klnl3 x2 �klnl3 xy�klnl3 xy k(ln � l)l � klnl3 y2 1CA :



1.1 D�erivation d'un probl�eme d'�evolution non lin�eaire 11Cal
ulons les valeurs propres de la matri
e Adet(A� �I) = �k(ln � l)l � k lnl3 x2 � ���k(ln � l)l � k lnl3 y2 � ��� k2 l2nl6 x2y2= �k(ln � l)l � ��2 � �k(ln � l)l � ���k lnl3 y2 + k lnl3 x2�= �k(ln � l)l � ����k(ln � l)l � ��� k lnl �= �k(ln � l)l � �� (�k � �) :
Les deux valeurs propres de A sont don
 �1 = �k et �2 = k(ln � l)l . Si les deux valeurspropres sont n�egatives, la solution se 
omporte 
omme e�ip�t. En revan
he, si A a une valeurpropre positive �, la solution se 
omporte 
omme e�p�t. D�es que l < ln, �2 = k(ln � l)l > 0.On illustre les propri�et�es �etablies 
i-dessus pour un ressort de longueur nominale ln = 1et de raideur k = 10 en prenant 
omme 
onditions initiales� x(t = 0) = x0; xt(t = 0) = 0;y(t = 0) = y0; yt(t = 0) = 0:Dans la �gure 1.5, on peut observer que si la longueur du ressort �a un instant t est pluspetite que sa longueur nominale, alors la valeur propre de la matri
e A devient positive etles d�eriv�ees des positions par rapport �a 
 \explosent", 
'est-�a-dire que le syst�eme perd sastabilit�e.Par 
ontre, si on regarde la �gure 1.4, on peut remarquer que la longueur du ressortest toujours plus grande que sa longueur nominale, et le syst�eme lin�earis�e ne perd pas sespropri�et�es de stabilit�e.La �gure 1.6 repr�esente l'�evolution de l'ordonn�ee y(T ) de l'extr�emit�e du ressort �a l'instant�nal 
onsid�er�e en fon
tion de y0. On peut 
onstater que la 
ourbe est assez os
illante, enparti
ulier, 
omme pr�evu, lorsque y(0) est 
hoisi loin du 
er
le d'�equilibre (ligne rouge). Ilest assez ais�e de 
on
evoir que le 
al
ul des d�eriv�ees dans 
e type de situation soit une tâ
heardue.
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Fig. 1.6 { Evolution de y(T ) en fon
tion de l'ordonn�ee initiale y01.2 De l'int�erêt des r�eseaux de neuronesUn moyen de pallier aux probl�emes d�e
rits dans la se
tion 1.1 est d'utiliser les r�eseaux deneurones [33, 37, 4, 40℄ pour 
r�eer une surfa
e de r�eponse asso
i�ee au probl�eme et optimiserle mod�ele ainsi obtenu.Une autre appli
ation possible est l'optimisation de fon
tions dont l'�evaluation 
oûte 
heret / ou dont on ne peut pas 
al
uler le gradient.Les r�eseaux neuronaux permettent �egalement de 
her
her le minimum global de fon
tionsos
illantes telles que la fon
tion de Griewank ou de Rastrigin.1.2.1 Pour l'optimisation globaleCal
uler le minimum global de fon
tions tr�es os
illantes est une tâ
he diÆ
ile. Consid�erons,par exemple, la fon
tion de Rastrigin repr�esent�ee sur la �gure 1.7 page 14. Elle poss�ede denombreux minima lo
aux, mais elle n'a qu'un minimum global, quelle que soit la dimensiondu probl�eme.
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Fig. 1.7 { La fon
tion de Rastrigin en 2 dimensions et ses 
ontoursSur un tel exemple, les r�eseaux de neurones nous permettent d'obtenir une approximationtr�es grossi�ere de la fon
tion (se
tion 3.7.1 page 49). On exploite ensuite le mod�ele ainsiobtenu pour obtenir le minimum global (se
tion 4.2.1 page 70) sans être pi�eg�e dans lesminima lo
aux.



1.2 De l'int�erêt des r�eseaux de neurones 151.2.2 Pour l'optimisation de fon
tions de type < bô�te noire >Dans la plupart des probl�emes pratiques ou industriels, la fon
tion �a appro
her (et opti-miser) n'est pas expli
ite : on ne la 
onnâ�t que par des mesures parfois 
oûteuses ou diÆ
iles�a r�ealiser. Dans 
e 
as, on 
onstruit une surfa
e de r�eponse �a partir des donn�ees dont on dis-pose. Pour 
e faire, plusieurs m�ethodes existent, dont les m�ethodes neuronales. Un avantagenon n�egligeable de 
es derni�eres est qu'elles permettent un 
al
ul de gradient pour un 
oûtajout�e n�egligeable.Consid�erons, par exemple, le probl�eme de la mod�elisation d'un 
ho
 frontal d'un v�ehi
ulesur un mur (se
tion 3.7.2 page 55). On 
her
he �a optimiser un 
ertain 
rit�ere de d�eformationen fon
tion de param�etres tels que la position du pare-
ho
s ou sa raideur. Une te
hniquenaturelle 
onsiste �a utiliser une m�ethode d'optimisation bas�ee sur le gradient du 
rit�ere. Un
al
ul de 
e dernier via un 
ode de di��erentiation automatique 
onduit la d�emar
he �a l'�e
he
pour les raisons mentionn�ees 
i-dessus (se
tion 1.1).





Chapitre 2Les m�ethodes de plan d'exp�erien
eL'utilisation de r�eseaux de neurones n�e
essite une phase d'apprentissage. Ce dernier estbas�e sur la 
onnaissan
e de 
ouples d'apprentissage. La qualit�e de l'apprentissage du r�eseaud�epend en grande partie de la bonne r�epartition de 
es 
ouples dans l'espa
e de re
her
he.Dans la majorit�e des 
as, pour des raisons de 
oût ou de temps de 
al
ul, le nombre de
ouples d'apprentissage n'est pas tr�es �elev�e. Il est don
 important qu'ils soient judi
ieusementr�epartis dans l'espa
e de re
her
he. C'est pourquoi nous nous sommes int�eress�es aux plansd'experien
e.Les m�ethodes de plan d'experien
e [13℄ d�epassent largement le 
adre du 
al
ul num�eriqueet elles sont bien ant�erieures au d�eveloppement r�e
ent des outils de 
al
ul. Elles ont toutd'abord �et�e utilis�ees pour r�eduire le nombre d'exp�erien
es r�eelles �a e�e
tuer (r�ealisationde prototypes, sondages g�eologiques, ...). Dans la litt�erature, les param�etres sont appel�esfa
teurs et les di��erentes valeurs dis
r�etes prises par un fa
teur sont les niveaux.Nous 
ommen�
ons par une pr�esentation des plans d'exp�erien
es inspir�ee par une litt�eratureabondante sur 
e sujet [73, 12, 61, 66, 6, 67, 25, 26, 27℄. Malheureusement, �a notre 
onnais-san
e, il n'existe pas de do
ument a

essible pr�esentant une appro
he syst�ematique pour la
onstru
tion de plans d'exp�erien
e. Nous essayons, dans 
e 
hapitre, de 
ontribuer �a 
ombler
e vide.2.1 Plan fa
toriel pour deux fa
teurs �a deux niveauxPrenons par exemple l'�etude de la r�esistan
e (
rit�ere de Von Mises) d'une stru
ture 
oqued�ependant de deux fa
teurs, l'�epaisseur e 2 f3; 5g et le module d'Young E 2 f3�104; 4�104g.Les 4 traitements ou 
ombinaisons de niveaux des 2 fa
teurs, �epaisseur et module d'Young,sont e 
od�e (A) e r�eel E 
od�e (B) E r�eel1 �1 3 �1 3� 1042 +1 5 �1 3� 1043 �1 3 +1 5� 1044 +1 5 +1 5� 104o�u les niveaux des fa
teurs dits 
od�es sont exprim�es dans la même unit�e : niveau bas �a -1
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eet niveau haut �a +1. Ce 
hangement d'unit�e permet l'�etude simultan�ee de fa
teurs d�e�nis �ades �e
helles di��erentes et fa
ilite l'appro
he math�ematique de 
e type de probl�eme.Ces 4 traitements peuvent être repr�esent�es graphiquement par les sommets du 
arr�e dansl'espa
e d�e�ni par les fa
teurs 
od�es.Un tel plan est d�esign�e 
omme plan fa
toriel 22 ou plus g�en�eralement plan fa
toriel ab o�ua est le nombre de fa
teurs et b est le nombre de niveaux.Nous supposons que la r�eponse Y est reli�ee aux niveaux des fa
teurs 
od�es, not�es A etB, par : Y = f(A;B) + "o�u f(A;B) est appel�ee la r�eponse th�eorique et repr�esente la r�esistan
e de la stru
ture pour lesniveaux 
onsid�er�es de A et B et " est l'erreur. Pour les 4 traitements, les r�eponses th�eoriquessont pr�esent�ees dans le tableau A B f(A;B)�1 �1 f(�1;�1)1 �1 f(1;�1)�1 1 f(�1; 1)1 1 f(1; 1)et peuvent être estim�ees en r�ealisant des exp�erien
es. N�eanmoins, elles ne permettent pas de
omparer les in
uen
es respe
tives de A et B sur Y .Pour 
e faire, on d�e�nit les e�ets fa
toriels de A et de B de la mani�ere suivante :{ E�et de A : 12� (moyenne de f pour A = +1) - (moyenne de f pour A = �1) �e(A) = f(1;�1) + f(1; 1)4 � f(�1;�1) + f(�1; 1)4= f(1;�1) + f(1; 1)� f(�1;�1)� f(�1; 1)4{ E�et de B : 12� (moyenne de f pour B = +1) - (moyenne de f pour B = �1) �e(B) = f(1; 1) + f(�1; 1)4 � f(1;�1) + f(�1;�1)4= f(1; 1) + f(�1; 1)� f(1;�1)� f(�1;�1)4Notant aussie(A�) = f(1;�1)� f(�1;�1)2 l'e�et de A lorsque B = �1e(A+) = f(1; 1)� f(�1; 1)2 l'e�et de A lorsque B = 1,on a e(A+)� e(A�) = 0 si l'e�et de A ne d�epend pas de B.Cette di��eren
e e(A+)� e(A�) 
ara
t�erise la d�ependan
e ou l'ind�ependan
e des e�ets.



2.1 Plan fa
toriel pour deux fa
teurs �a deux niveaux 19On d�e�nit don
 l'e�et d'intera
tion entre A et B pare(AB) = 12�f(1;�1)� f(�1;�1)2 � f(1; 1)� f(�1; 1)2 �= f(1;�1)� f(�1;�1)� f(1; 1) + f(�1; 1)4et la moyenne g�en�erale not�ee e(1) pare(1) = f(�1;�1) + f(1� 1) + f(�1; 1) + f(1; 1)4 :Les 4 e�ets fa
toriels d�e�nis �a partir des 4 r�eponses th�eoriques sont don
la moyenne g�en�erale e(1) = 14(f(�1;�1) + f(1;�1) + f(�1; 1) + f(1; 1)),l'e�et de A e(A) = 14(f(1;�1) + f(1; 1)� f(�1;�1)� f(�1; 1)),l'e�et de B e(B) = 14(f(1; 1) + f(�1; 1)� f(1;�1)� f(�1;�1)),l'intera
tion entre A et B e(AB) = 14(f(1;�1)� f(�1;�1)� f(1; 1) + f(�1; 1)).On peut �e
rire la r�eponse sous la formef(A;B) = e(1) + e(A)� A + e(B)� B + e(AB)� A� B:Si l'on �e
rit le plan d'exp�erien
e sous la forme1 A B AB f(A;B)1 �1 �1 1 f(�1;�1)1 1 �1 �1 f(1;�1)1 �1 1 �1 f(�1; 1)1 1 1 1 f(1; 1)les e�ets pr�e
�edents sont obtenus en e�e
tuant le produit s
alaire des 4 
olonnes par la
olonne f(A;B) et en divisant le produit s
alaire par 4. Ce
i peut être �e
rit sous formematri
ielle en 
onsid�erant la matri
e des e�etsH = 0BB� 1 �1 �1 11 1 �1 �11 �1 1 �11 1 1 1 1CCAqui repr�esente les 
olonnes 1; A; B;AB du tableau pr�e
�edent. On peut alors �e
rire0BB� e(1)e(A)e(B)e(AB) 1CCA = 14HT 0BB� f(�1;�1)f(1;�1)f(�1; 1)f(1; 1) 1CCAou en
ore e = 14HTf:
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eComme la matri
e H est orthogonale (HHT = 4I), on af = He:D'une mani�ere g�en�erale, une matri
e H de rang n dont les termes ne prennent que lesvaleurs �1 telle que HHT = n Idn est appel�ee matri
e de Hadamard. Une telle matri
en'existe que pour n = 2 et pour n multiple de 4.2.2 Plans fa
toriels fra
tionnaires pour fa
teurs �a deuxniveauxConsid�erons un plan fa
toriel pour 7 fa
teurs �a 2 niveaux. Le plan 
omplet 
omprend27 = 128 exp�erien
es. Il permet d'estimer 128 e�ets qui se d�e
omposent en1 moyenne,7 e�ets prin
ipaux,21 intera
tions entre 2 fa
teurs,35 intera
tions entre 3 fa
teurs,35 intera
tions entre 4 fa
teurs,21 intera
tions entre 5 fa
teurs,7 intera
tions entre 6 fa
teurs,1 intera
tion entre 7 fa
teurs.Mais, si l'on peut estimer 
es e�ets, ils ne sont pas tous importants. Il existe une 
ertainehi�erar
hie entre eux : les e�ets prin
ipaux tendent �a être sup�erieurs aux intera
tions de 2fa
teurs, qui sont elles plus grandes (en valeur absolue) que les intera
tions de 3 fa
teurs, ...Il est souvent vrai qu'�a un 
ertain niveau, les intera
tions d'ordre le plus �elev�e sontn�egligeables et peuvent don
 être �elimin�ees. De plus, quand le nombre de fa
teurs grandit,il arrive souvent que 
ertains d'entre eux n'aient pas d'e�et.Si p n'est pas petit, il existe une redondan
e dans un plan 2p qui 
orrespond �a un ex
�esdu nombre des intera
tions et parfois du nombre de fa
teurs envisag�es. Les plans fa
torielsfra
tionnaires exploitent 
ette redondan
e.Les prin
ipes de 
onstru
tion de fra
tions de plans fa
toriels 2p sont pr�esent�es 
i-dessouspour des 
as simples ave
 p = 2; 3; 4 et 5 fa
teurs.2.2.1 Cas de deux fa
teurs �a deux niveauxDans un plan fa
toriel 
omplet 22 pour les fa
teurs A et B, le tableau des 4 exp�erien
esqui permet le 
al
ul des e�ets fa
toriels s'�e
rit :1 A B AB f(A;B)1 �1 �1 1 f(�1;�1)1 1 �1 �1 f(1;�1)1 �1 1 �1 f(�1; 1)1 1 1 1 f(1; 1)



2.2 Plans fa
toriels fra
tionnaires pour fa
teurs �a deux niveaux 21Examinons le 
as d'�e
ole suivant : on ne peut exp�erimenter que 2 exp�erien
es parmi les 4.On 
hoisit de s�ele
tionner le premier et le quatri�eme pour lesquels AB = 1.1 A B AB f(A;B)1 �1 �1 1 f(�1;�1)1 1 1 1 f(1; 1)La r�ealisation de 
es deux exp�erien
es permet d'estimer f en 2 points :f(�1;�1) = e(1) + e(AB)� (e(A) + e(B))f(1; 1) = e(1) + e(AB) + (e(A) + e(B))et en r�esolvant 
e syst�eme, on pourra 
al
uler e(1)+e(AB) d'une part et e(A)+e(B) d'autrepart.Ces e�ets, group�es par paquets de 2, indisso
iables l'un de l'autre, sont dits 
onfondus.Le nombre d'exp�erien
es a �et�e divis�e par 2 mais les e�ets que l'on 
al
ule ne sont plus purs,ils sont 
onfondus 2 par 2.Le 
as d'�e
ole �a 2 fa
teurs n'est pas tr�es int�eressant pratiquement, 
ar on ne peut plusestimer les e�ets prin
ipaux des 2 fa
teurs.Si on note X la matri
e X = � 1 �1 �1 11 1 1 1 �les e�ets 
onfondus 
orrespondent �a des 
olonnes lin�eairement d�ependantes.La relation AB = 1 qui a permis de s�ele
tionner les exp�erien
es du plan fa
toriel 
ompletest appel�ee relation de d�e�nition du demi-plan. On dit que l'e�et de AB est 
onfonduave
 la moyenne g�en�erale. La relation A = B peut être retrouv�ee formellement en faisant leproduit d'un fa
teur donn�e (par exemple B) par le terme dont l'e�et est 
onfondu ave
 lamoyenne g�en�erale : en utilisant le fait que B2 = 1, on aAB = 1 =) AB2 = B =) A = B:2.2.2 Trois fa
teurs �a deux niveauxDans le plan 
omplet 23 pour les fa
teurs A, B, C, le tableau permettant le 
al
ul dese�ets est 1 A B C AB AC BC ABC f(A,B,C)1 -1 -1 -1 1 1 1 -1 f(-1,-1,-1)1 1 -1 -1 -1 -1 1 1 f(1,-1,-1)1 -1 1 -1 -1 1 -1 1 f(-1,1,-1)1 1 1 -1 1 -1 -1 -1 f(1,1,-1)1 -1 -1 1 1 -1 -1 1 f(-1,-1,1)1 1 -1 1 -1 1 -1 -1 f(1,-1,1)1 -1 1 1 -1 -1 1 -1 f(-1,1,1)1 1 1 1 1 1 1 1 f(1,1,1)
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ePour r�ealiser seulement la moiti�e des 8 essais, 
hoisissons les exp�erien
es 2, 3, 5 et 8 pourlesquels ABC = 1. 1 A B C AB AC BC ABC f(A,B,C)1 1 -1 -1 -1 -1 1 1 f(1,-1,-1)1 -1 1 -1 -1 1 -1 1 f(-1,1,-1)1 -1 -1 1 1 -1 -1 1 f(-1,-1,1)1 1 1 1 1 1 1 1 f(1,1,1)La d�etermination de f en 
es 4 points permet de r�esoudre le syst�eme suivant :f(1;�1;�1) = e(1) + e(ABC) + (e(A) + e(BC))� (e(B) + e(AC))� (e(C) + e(AB))f(�1; 1;�1) = e(1) + e(ABC)� (e(A) + e(BC)) + (e(B) + e(AC))� (e(C) + e(AB))f(�1;�1; 1) = e(1) + e(ABC)� (e(A) + e(BC))� (e(B) + e(AC)) + (e(C) + e(AB))f(1; 1; 1) = e(1) + e(ABC) + (e(A) + e(BC)) + (e(B) + e(AC)) + (e(C) + e(AB))dont les in
onnues sont les paquets d'e�ets 
onfonduse(1) + e(ABC);e(A) + e(BC);e(B) + e(AC);e(C) + e(AB):Comme dans le 
as de 2 fa
teurs, les e�ets 
onfondus entre eux 
orrespondent aux 
olonneslin�eairement d�ependantes de la matri
eX = 0BB� 1 1 �1 �1 �1 �1 1 11 �1 1 �1 �1 1 �1 11 �1 �1 1 1 �1 �1 11 1 1 1 1 1 1 1 1CCA :Contrairement au plan pr�e
�edent, les e�ets prin
ipaux e(A), e(B), e(C) ne sont plus 
onfon-dus entre eux mais ave
 les intera
tions de 2 fa
teurs e(BC), e(AC), e(AB). Le demi-planainsi obtenu permet de 
al
uler les e�ets e(A); e(B); e(C) si les intera
tions e(BC); e(AC); e(AB)sont n�egligeables.La relation de d�e�nition ABC = 1 peut être multipli�ee par tout autre fa
teur pourobtenir les autres relations BC = A;AC = B;AB = C.I
i, la 
onfusion des e�ets prin
ipaux ave
 les intera
tions de 2 fa
teurs peut être gênante
ar les intera
tions d'ordre 2 ont de faibles 
han
es d'être n�egligeables. Cette propri�et�e duplan 
hoisi s'exprime ave
 la notion de r�esolution : le plan d�e
rit est de r�esolution III 
ar larelation de d�e�nition 
onfond une intera
tion de 3 fa
teurs ave
 la moyenne. Cette r�esolutionIII signi�e aussi que les e�ets prin
ipaux sont 
onfondus ave
 les intera
tions de 2 fa
teurs.2.2.3 Quatre fa
teurs �a deux niveauxLe plan 
omplet 24 pour les fa
teurs A, B, C, D 
omprend 24 = 16 exp�erien
es. Si onreproduit la te
hnique pr�e
�edente pour 
hoisir 23 = 8 points parmi les 16 du plan 
omplet,



2.2 Plans fa
toriels fra
tionnaires pour fa
teurs �a deux niveaux 23on va s�ele
tionner 
elles pour lesquelles ABCD = 1. Cette relation de d�e�nition permetd'�etablir que D = ABC. On peut don
 
onstruire les 23 = 8 exp�erien
es du plan fa
torielpour les 4 fa
teurs A, B, C et D �a partir du plan fa
toriel 
omplet pour les fa
teurs A, B,C en 
al
ulant la 
olonne D via le produit terme �a terme des 
olonnes A, B et C.1 A B C D = ABC1 -1 -1 -1 �11 1 -1 -1 11 -1 1 -1 11 1 1 -1 �11 -1 -1 1 11 1 -1 1 �11 -1 1 1 �11 1 1 1 1A, B, C sont nomm�es fa
teurs de base du plan fra
tionnaire. En multipliant la relationde d�e�nition par les termes d'ordre 1 (e�ets prin
ipaux), on obtient D = ABC, A = BCD,B = ACD;C = ABD et si on multiplie par les termes d'ordre 2, on a CD = AB, AC = BD,BC = AD.Finalement, la relation de d�e�nition s'�e
rivant ABCD = 1, l'e�et 
onfondu ave
 lamoyenne est une intera
tion de 4 fa
teurs : le plan est de r�esolution IV (quatre)... Celasigni�e aussi que les e�ets prin
ipaux (d'ordre 1) sont 
onfondus ave
 des intera
tions de 3fa
teurs (1+3=4) et que les intera
tions de 2 fa
teurs sont 
onfondues entre elles (2+2=4).L'avantage qualitatif de 
e plan par rapport �a 
eux qui ont �et�e vus pr�e
�edemment estque les e�ets prin
ipaux ne sont pas 
onfondus ave
 les intera
tions d'ordre 2. Ces derni�eressont 
onfondues par paires.
2.2.4 Cinq fa
teurs �a deux niveauxPour 
onstruire deux demi-plans d'un plan fa
toriel 25, on partage en deux le tableau dese�ets au moyen d'une relation de d�e�nition. L'un des demi-plans fa
toriels est 
onstruit enutilisant ABCDE = 1, tandis que l'autre est d�e�ni par ABCDE = �1. Pour 
ha
un d'eux,la moyenne g�en�erale est 
onfondue ave
 une intera
tion d'ordre 5.Pour 
ouper le plan en 4, on ne 
onfond plus 1 mais 2 e�ets ave
 la moyenne g�en�erale.Ce
i 
orrespond �a l'�egalit�e de 2 
olonnes ave
 la 
olonne de la moyenne g�en�erale. Dans le 
aso�u on 
onfond les e�ets de l'intera
tion des 3 fa
teurs ABC et de l'intera
tion des 3 fa
teursCDE ave
 la moyenne g�en�erale, les exp�erien
es retenues v�eri�ent ABC = CDE = 1 et sont
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eau nombre de 8 : 1 A B C D E ABC CDE1 �1 �1 1 �1 �1 1 11 1 �1 �1 1 �1 1 11 �1 1 �1 1 �1 1 11 1 1 1 �1 �1 1 11 �1 �1 1 1 1 1 11 1 �1 �1 �1 1 1 11 �1 1 �1 �1 1 1 11 1 1 1 1 1 1 1La 
onstru
tion de 
e quart de plan est en fait r�ealis�ee en notant que ABC = CDE = 1implique C = AB, D = CE = ABE. Le plan est don
 �etabli en 
al
ulant C et D �a partird'un plan 
omplet 23 d�e�ni pour les fa
teurs de base A;B et E.On aurait pu aussi 
hoisir les exp�erien
es pour lesquels ABC = �CDE = 1, ou bien�ABC = CDE = 1, ou bien ABC = CDE � 1.La 
onfusion des e�ets de ABC et de CDE ave
 la moyenne g�en�erale d�e�nit don
 4fra
tions de plan di��erentes.A partir de la relation ABC = �CDE = 1, en e�e
tuant le produit de ABC et de CDE,on d�eduit que �1 = ABC2DE = ABDE. L'e�et de ABDE est don
 �egalement 
onfonduave
 la moyenne g�en�erale.Les e�ets 
onfondus entre eux sont don
 
eux des 4 termes suivants1; ABC;CDE;ABDE:On en d�eduit les e�ets 
onfondus ave
 un e�et quel
onque, par exemple 
elui de A, parmultipli
ation ave
 
ha
un des 4 termes :e(A) = e(A2BC) = e(ACDE) = e(A2BDE);ou en
ore e(A) = e(BC) = e(ACDE) = e(BDE):La somme d'e�ets qui pourra être estim�ee est don
 e(A)+e(BC)+e(ACDE)+e(BDE).Cette somme donnera une estimation de e(A) �a 
ondition que les intera
tions e(BC), e(ACDE)et e(BDE) soient n�egligeables.Les sommes 
omprenant les 4 autres e�ets prin
ipaux et pouvant être estim�ees sonte(B) + e(AC) + e(BCDE) + e(ADE);e(C) + e(AB) + e(DE) + e(ABCDE);e(D) + e(ABCD) + e(CE) + e(ABE);e(E) + e(ABCE) + e(CD) + e(ABD):Les e�ets prin
ipaux e(A); e(B); e(C); e(D); e(E) seront don
 estimables si les intera
tionspr�esentes dans 
es sommes sont n�egligeables. A partir des 8 exp�erien
es du quart de plan,trois autres sommes d'e�ets 
omprenant des intera
tions pourront aussi être estim�ees.Les termes d'ordre le plus faible dont l'e�et est 
onfondu ave
 la moyenne g�en�erale sontdes intera
tions de 3 fa
teurs : on dit que le plan 25�2 
onstruit i
i est de r�esolution III.



2.3 Constru
tion r�e
ursive de plans fa
toriels fra
tionnaires 252.2.5 BilanLe nombre de fa
teurs 
onsid�er�es est p. On n'�etudie qu'une fra
tion 1=2q de l'ensembledes 2p exp�erien
es. Seulement 2p�q exp�erien
es sont don
 r�ealis�ees.Les 2p e�ets fa
toriels : moyenne, e�ets prin
ipaux, intera
tions jusqu'�a l'ordre p nepourront tous être estim�es 
ar il y a seulement 2p�q observations.Mais 
es e�ets sont regroup�es en 2p�q groupes de 2q e�ets. Les 2q e�ets de 
ha
un desgroupes ne sont pas disso
iables : ils sont 
onfondus. On n'estimera qu'une 
ombinaisonde 
eux-
i. Si l'un des e�ets de 
ette 
ombinaison est important et que les autres sontn�egligeables, on peut 
onsid�erer que l'e�et important est estimable.Ces plans sont d�e�nis par l'ensemble des q e�ets 
onfondus ave
 la moyenne g�en�erale. Desr�egles alg�ebriques simples permettent de 
onstruire le plan et de trouver les e�ets 
onfondus.En formant les produits des q termes 
onfondus ave
 la moyenne g�en�erale, on obtient unensemble de 2q e�ets 
onfondus. Pour obtenir le plan, on 
onstruit un plan fa
toriel 
ompletpour p� q fa
teurs dits fa
teurs de base et on en d�eduit les niveaux des q autres fa
teurs enutilisant les relations de 
onfusion.Si l'intera
tion d'ordre le plus faible appartenant �a 
et ensemble est une intera
tion de 3fa
teurs, le plan est dit de r�esolution III ; si 
'est une intera
tion de 4 fa
teurs, le plan est der�esolution IV.La notation 
lassique d'une fra
tion 1=2q d'un plan 2p de r�esolution R est 2p�qR .Ave
 p = 5 fa
teurs, on a 
onstruit une fra
tion 14 du plan 
omplet 25 : q = 2; 25�2 = 8exp�erien
es sont retenus. Les 32 e�ets fa
toriels sont 
onfondus par paquets de 22 = 4 e�ets.Le plan est d�e�ni par ABC = CDE = 1 relation qui est 
ompl�et�ee (par produit des termesentre eux) en ABC = CDE = ABDE = 1. Cette derni�ere relation permet de trouver lese�ets 
onfondus ave
 un e�et quel
onque (par exemple AB) en la multipliant par le terme
onsid�er�e : AB � ABC = AB � CDE = AB � ABDE = AB � 1C = ABCDE = DE = AB:La 
ombinaison e(C) + e(ABCDE) + e(DE) + e(AB) fait partie des 8 
ombinaisonsestimables. Les fa
teurs de base sont A;B;E �a partir desquels on 
onstruit C = AB;D =ABE. Le plan appartient �a l'ensemble des plans not�es 25�2III :2.3 Constru
tion r�e
ursive de plans fa
toriels fra
tion-nairesOn s'int�eresse i
i �a d�evelopper une m�ethode de 
onstru
tion des points d'un plan fa
torielfra
tionnaire 2p�q. Par sou
i de 
lart�e, on notera Q = p � q. On 
her
he don
 2Q sommetsde l'hyper
ube [�1;+1℄p. Nous d�etaillons i
i une mani�ere r�e
ursive de 
onstruire 
es points.On divise l'espa
e de re
her
he en deux sous-espa
es de dimension (p� 1) :(�1)� [�1;+1℄p�1 (+1)� [�1;+1℄p�1:
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eDans 
ha
un de 
es 2 sous-espa
es, on 
her
he 2Q�1 points en 
onstruisant deux plans fa
-toriels fra
tionnaires 2(p�1)�q. On r�ep�ete 
ette pro
�edure, de mani�ere r�e
ursive, tant que lenombre de points �a 
onstruire est sup�erieur �a un. A 
e niveau, on prend, au hasard, un pointdans l'hyper
ube [�1; 1℄q.On note pf(p;Q; flag) le plan fa
toriel fra
tionnaire (2Q points) de p fa
teurs �a 2 niveaux(flag 2 f�1; 1g). La m�ethode r�e
ursive que nous proposons est r�esum�ee dans la �gure 2.1.Pro
�edure plan = pf(p;Q; flag)si (Q = 0),plan = f(flag; f lag; :::; f lag| {z }pfois )gsinonp = p� 1Q = Q� 1N = 2Qappel �a pf(p;Q; flag) qui retourne fd1; d2; :::; dNg � Rpappel �a pf(p;Q;�flag) qui retourne fg1; g2; :::; gNg � Rpplan = f(1; d1); (1; d2); :::; (1; dN); (�1; g1); (�1; g2); :::; (�1; gN)g � Rp+1�n du siFig. 2.1 { Constru
tion r�e
ursive d'un plan fa
toriel fra
tionnaire : algorithme pf(p;Q; flag)Par exemple, pour un plan fa
toriel fra
tionnaire (22�1 points) de p = 2 fa
teurs �a deuxniveaux, il y a deux solutions. Une des solutions est donn�ee par flag = 1 et l'autre parflag = �1 (
f. �g. 2.2).
-1 +1 -1+1

Fig. 2.2 { Plan fa
toriel fra
tionnaire 22�1 (p = 2, q = 1, Q = 1)Un exemple du 
al
ul r�e
ursif du plan fa
toriel fra
tionnaire 23�1 est montr�e dans la�g. 2.3 pour trouver quatre points (Q = 2) dans [�1; 1℄3.2.4 Constru
tion de plans fa
toriels fra
tionnaires or-thogonauxLa pro
�edure d�e
rite 
i-dessus fon
tionne tr�es bien si la dimension p du probl�eme n'estpas grande et si la di��eren
e entre p et Q n'est pas plus grande que 2 (q = p � Q � 2).
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1    −1    −1

1     1     1

−1    1    −1

−1    −1    1

pf(3,2,1) 1 pf(2, 1, 1)
-1 pf(2, 1, -1)

1-1
-11

1 pf(1, 0, 1)pf(1, 0, -1)-1
pf(1, 0, -1)1 pf(1, 0, 1)-1Fig. 2.3 { Plan fa
toriel fra
tionnaire 23�2 (p = 3, q = 2, Q = 1)

Sinon, on risque de 
r�eer des plans fa
toriels qui sont lin�eairement d�ependants. On 
onstateen e�et sur la �gure 2.4 que les 2 derni�eres 
olonnes de la matri
e �a 4 lignes et 5 
olonnes
onstruite en utilisant pf(5; 2; 1) sont identiques.
Pour �eviter 
e probl�eme, on 
ommen
e par 
onstruire un plan fa
toriel 
omplet de Qfa
teurs �a 2 niveaux. Consid�erons l'ensemble des points ainsi obtenus 
omme un tableaude 2Q lignes et Q 
olonnes. L'obje
tif est ensuite de 
ompl�eter 
e tableau, en rajoutantdes 
olonnes lin�eairement ind�ependantes, entre elles et ave
 
elles d�ej�a 
onstruites, jusqu'�al'obtention d'un nouveau tableau �a 2Q lignes et p 
olonnes. Cet algorithme est d�e
rit dansla �gure 2.5.



28 Les m�ethodes de plan d'exp�erien
e
1    1    1    1    1

1   −1   −1   −1   −1

−1   1   −1   −1   −1

−1    −1    1    1    1

1-1
1-1

pf(5,2,1) 1 pf(4, 1, 1) pf(3, 0, 1)pf(3, 0, -1)-1 pf(4, 1, -1) pf(3, 0, -1)pf(3, 0, 1)

(1,1,1)(-1,-1,-1)
(-1,-1,-1)(1,1,1)Fig. 2.4 { Plan fa
toriel fra
tionnaire 25�3 (p = 5, q = 3, Q = 2) : non orthogonal

Pro
�edure plan = pfo(p;Q; flag)Cal
uler le plan fa
toriel 
omplet pf(Q;Q; flag).Notons (
1; :::; 
Q) les 
olonnes du tableau ainsi 
onstruit.Cal
uler le nombre des 
olonnes �a ajouter : nb
ol = p�Q.Pour k = 1 jusqu'�a k = nb
ol, r�ep�eter(a) s�ele
tionner au hasard deux 
olonnes distin
tes 
i et 
j,(b) notons n
 le produit terme �a terme de 
i et 
j,(
) si la nouvelle 
olonne n
 est lin�eairement ind�ependante de (
1; 
2; :::; 
Q+(k�1)),
Q+k = n
,sinon retourner �a (a).�n pour.Fig. 2.5 { Plan fa
toriel fra
tionnaire orthogonal : algorithme pfo(p;Q; flag)



2.5 Appli
ation �a la g�en�eration de points bien r�epartis dans un domaine donn�e 292.5 Appli
ation �a la g�en�eration de points bien r�epartisdans un domaine donn�eL'approximation et l'optimisation d'une fon
tion de p variables par r�eseaux de neuronesn�e
essite la 
onnaissan
e d'un ensemble de points initiaux a�n de 
onstruire un premiermod�ele. Ce mod�ele initial doit être pertinent, sans pour autant exiger un nombre importantde points, 
ar les fon
tions �a appro
her peuvent être tr�es 
oûteuses en temps de 
al
ul.La fa�
on la plus fa
ile de 
hoisir les points initiaux est d'utiliser une s�erie pseudo-al�eatoire.Mais une telle m�ethode ne permet jamais d'obtenir des informations pour les valeurs extrêmesdu domaine de re
her
he. Dans 
e 
as, dans les zones extr�emales, le r�eseau fon
tionne enextrapolation.Une interpolation �etant toujours pr�ef�erable, tant pour l'apprentissage que pour l'opti-misation, les points d'initialisation du mod�ele sont r�epartis de mani�ere �a donner au mod�eleune information dans les 
oins de l'ensemble de d�e�nition. Cependant, 
omme il existe unein�nit�e de fon
tions quadratiques qui ont la même valeur en tous les sommets d'un hyper-
ube, il est indispensable de 
onsid�erer des points �a l'int�erieur du domaine de re
her
he pourinterpoler une fon
tion.Dans un espa
e de grande dimension p, il n'est pas possible d'utiliser tous les sommetsde l'hyper
ube 
omme points initiaux : en e�et, leur nombre grandit exponentiellement ave
la dimension du probl�eme.Pour toutes 
es raisons, nous 
hoisissons trois types de points :{ des sommets de l'hyper
ube externe (dont les 
oordonn�ees sont dans f�1; 1gp),{ des sommets d'un hyper
ube interne (dont les 
oordonn�ees sont dans f�1=3; 1=3gp),{ des points tir�es al�eatoirement dans [�1; 1℄p.Dans 
ertains 
as, le nombre de points initiaux est limit�e et ne permet pas d'utiliser lestrois types de points d�e
rits 
i-dessus. Nous pro
�edons alors 
omme dans la �gure 2.6. Le
hoix de l'entier Q est guid�e par la volont�e de 
onstruire une matri
e de taille 2Q � p ave
des 
olonnes lin�eairement ind�ependantes.
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e
Soit Ninit le nombre de points initiaux.On 
her
he Q tel que p � 2Q.Si Ninit >= 2Q, alorson 
hoisit 2Q sommets de l'espa
e de re
her
he : externes = pfo(p;Q; 1),si Ninit >= 2Q+1, alorson 
ompl�ete par 2Q sommets d'un hyper
ube interne :internes = externes=3,et par Ninit � 2Q+1 points pseudo-al�eatoires,sinonon 
ompl�ete par Ninit � 2Q points pseudo-al�eatoires.�n du sisinon si Ninit >= 2Q�1, alorson 
hoisit 2Q�1 sommets de l'espa
e de re
her
he : externes = pfo(p;Q� 1; 1),si Ninit >= 2Q, alorson 
ompl�ete par 2Q�1 sommets d'un hyper
ube interne :internes = pfo(p;Q� 1;�1)=3,et par Ninit � 2Q points pseudo-al�eatoires,sinonon 
ompl�ete par Ninit � 2Q�1 points pseudo-al�eatoires.�n du sisinon si on souhaite utiliser des plans d'exp�erien
es, alorsil faut augmenter Ninit,sinonon se 
ontente de tirer Ninit points pseudo-al�eatoires.�n du si�n du si Fig. 2.6 { Algorithme pour le 
hoix de points bien r�epartis



Chapitre 3Optimisation pour l'apprentissage
Dans le 
adre de l'approximation de fon
tions, il existe plusieurs m�ethodes :{ l'appro
he lin�eaire, o�u les fon
tions de base sont �x�ees �a l'avan
e, d'une mani�ere ind�e-pendente du ph�enom�ene �a appro
her (ex. : polynômes, splines, ...),{ l'appro
he non lin�eaire, o�u les fon
tions de base sont 
onstruites en fon
tion des donn�ees�a apprendre (ex. : r�eseaux de neurones).Il 
onvient de 
iter une appro
he interm�ediaire : une base hilbertienne de L2 est 
onstruite�a l'avan
e (Fourier, ondelettes), mais on ne 
onsid�ere qu'un sous-ensemble de 
ette base. Onretrouve alors{ une appro
he lin�eaire, dans le 
as o�u la s�erie est tronqu�ee �a un ordre �x�e,{ une appro
he non-lin�eaire, si on �e
arte les fon
tions de base asso
i�ees aux petits 
oef-�
ients.Nous avons 
hoisi d'utiliser les r�eseaux de neurones [4℄, et nous allons montrer les avan-tages de 
ette m�ethode.Les r�eseaux de neurones sont des syst�emes arti�
iels 
apables de simuler 
ertaines 
apa-
it�es des syst�emes naturels [72℄. Le 
erveau, par exemple, e�e
tue des 
al
uls d'une fa�
on
ompl�etement non 
onventionnelle et 
omplexe. Les r�eseaux de neurones doivent leur eÆ
a-
it�e, d'une part, �a leur stru
ture parall�ele et, d'autre part, �a leur 
apa
it�e d'apprentissage etde g�en�eralisation.Les r�eseaux de neurones [16℄ ont �et�e beau
oup �etudi�es et utilis�es dans divers domainesdepuis des ann�ees : la re
onnaissan
e de formes, la d�ete
tion d'anomalies, la pr�edi
tion dedonn�ees, ...L'utilisation des r�eseaux de neurones o�re, entre autres [33℄ la possibilit�e d'appro
her desph�enom�enes r�eels 
omplexes et non lin�eaires.Dans de nombreux 
as, en parti
ulier dans les 
ontextes industriels, le nombre de neuronespeut devenir �enorme. En 
ons�equen
e, la taille du probl�eme, et don
 les temps de 
al
ul,grandissent d�emesur�ement. Dans 
e 
hapitre, nous d�e
rivons une te
hnique d'apprentissage\ z�ero-memoire ".



32 Optimisation pour l'apprentissage3.1 Les neurones biologiquesLe neurone biologique est la pierre �el�ementaire du 
erveau. Il existe environ 10 000 typesdi��erents de neurones [74℄. On 
ompte au total quelques 1011 neurones, 
ha
un pouvantre
evoir, par l'interm�ediaire de ses dendrites (Fig. 3.1), les informations provenant d'environ200 000 entr�ees. Le 
erveau est form�e par un ensemble de neurones, 
onne
t�es entre euxpar des liens appel�es synapses. Les poids de 
es liaisons 
onditionnent le m�e
anisme dem�emorisation et d'oubli. Le 
erveau humain re�
oit des signaux d'entr�ee de plusieurs sour
es ;les signaux sont trait�es pour 
r�eer une r�eponse. Le 
erveau a des millions de neurones quisont inter
onne
t�es pour �elaborer des "R�eseaux de Neurones". Ces r�eseaux ex�e
utent lesmillions d'instru
tions n�e
essaires pour avoir une vie normale. Deux �el�ements du neuronebiologique sont parti
uli�erement int�eressants pour nous : les dendrites et les synapses.

Fig. 3.1 { Un neurone biologiqueLes dendrites sont des extensions du neurone qui lui permettent de se 
onne
ter �a d'autresneurones, tandis que les synapses sont des portes qui a

eptent des 
onnexions provenantd'autres neurones. Un neurone biologique peut don
 �a la fois se 
onne
ter �a d'autres neurones
omme a

epter des 
onnexions en provenan
e d'autres neurones. Ainsi nous avons les basesd'un r�eseau. Le pro
essus �ele
tro-
himique de transfert de l'information entre les neuronesest 
omplexe. Le signal se propage le long des axones jusqu'aux synapses. La synapse a laparti
ularit�e de pouvoir moduler la di�usion des neuro-m�ediateurs et peut avoir un e�etaussi bien ex
itateur qu'inhibiteur. Ainsi un faible in
ux nerveux peut engendrer la trans-mission de l'information. Les dendrites ne modi�ent pas le signal re�
u en entr�ee. Si le signalr�esultant est suÆsant, il y a 
r�eation d'un signal �a transmettre. Un neurone naturel re�
oit desneurones voisins une 
ertaine quantit�e d'information sous forme d'impulsions �ele
triques parl'interm�ediaire de ses dendrites. L'information, une fois trait�ee par le neurone, est transmise�a d'autres neurones par l'interm�ediaire des synapses. Cette information n'est transmise qu'�apartir d'un 
ertain seuil.3.2 Stru
ture d'un neurone arti�
ielLe 
on
ept de r�eseau de neurones est inspir�e du 
omportement du 
erveau humain. Ler�eseau arti�
iel est 
onstitu�e d'un ensemble de 
ellules appel�ees neurones. La �gure 3.2montre la stru
ture basique d'un neurone. On peut identi�er les �el�ements suiavnts [33℄ :



3.3 Ar
hite
tures neuronales 33{ un ensemble de e entr�ees (X1; X2; :::; Xe) qui repr�esentent les param�etres ind�ependentsdu probl�eme (signaux d'entr�ee),{ un ensemble de e poids synaptiques (wi) (un poids wi repr�esente la 
onnexion entrel'entr�ee xi et le neurone),{ un biais b,{ un op�erateur de sommation (les entr�ees sont pond�er�es par les poids),{ une fon
tion d'a
tivation.A 
haque neurone, on asso
ie une valeur r�eelle z, appel�ee �etat du neurone, qui est 
al
ul�eeau moyen de la formule z = f  eXi=1 WiXi + b! :
zf

W2We
X1X2Xe Pb

W1
1Fig. 3.2 { La stru
ture d'un neurone arti�
iel3.3 Ar
hite
tures neuronalesUn r�eseau est 
onstitu�e par un ensemble de neurones inter
onne
t�es par des poids etorganis�e 
omme une su

ession de 
ou
hes. Un r�eseau a au moins deux 
ou
hes (une 
ou
hed'entr�ees et une 
ou
he de sorties) [40℄. Les neurones d'entr�ee sont les valeurs des pa-ram�etres ind�ependants du probl�eme et la 
ou
he de sortie est 
onstitu�ee par les param�etresd�ependants. Les neurones qui se trouvent entre la 
ou
he d'entr�ee et la 
ou
he de sortie sontappel�es neurones 
a
h�es et l'ensemble de 
es neurones forme la (ou les) 
ou
he(s) 
a
h�ee(s).La fa�
on dont sont dispos�es les neurones dans un r�eseau et la mani�ere dont ils sont
onne
t�es entre eux donnent lieu �a di��erents types d'ar
hite
tures. Nous en mentionnons i
itrois genres di��erents.R�eseau �a deux 
ou
hesDans 
e type de r�eseau, il n'existe au
une 
ou
he 
a
h�ee. Les neurones de la 
ou
hed'entr�ee sont dire
tement 
onne
t�es (via les poids synaptiques) ave
 les neurones de la
ou
he de sortie. Ce genre de r�eseau est essentiellement utilis�e dans des probl�emes qui sontlin�eairement s�eparables tels que les probl�emes de m�emoire asso
iative.
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Fig. 3.3 { Stru
ture d'un r�eseau mono
ou
heIl est 
onnu [33, 44℄ qu'un r�eseau se limitant �a deux 
ou
hes (une 
ou
he pour les 
ellulesd'entr�ee et une 
ou
he pour les 
ellules de sortie) peut se r�ev�eler insuÆsant pour l'appren-tissage de fon
tions simples telles que le ou ex
lusifg : f0; 1g � f0; 1g �! f0; 1g(x1; x2) 7�! x1 + x2 � 2x1x2:En e�et, un r�eseau �a deux 
ou
hes ne peut e�e
tuer qu'une s�eparation lin�eaire. Celas'explique par le fait que (si f est monotone) l'ensemble X = fx 2 Re : f(Pwjxj) � agest le demi-espa
e d�elimit�e par l'hyperplan Pwjxj = f�1(a). Par ailleurs, g prend deuxvaleurs 1 et 0. On peut voir fa
ilement que l'on ne peut pas 
onstruire une droite qui s�epareles deux ensembles g�1(1) et g�1(0) : les deux enveloppes 
onvexes de 
es deux ensembles nesont pas disjointes.R�eseau ave
 
ou
he(s) 
a
h�ee(s)Ce type de r�eseau est une g�en�eralisation du pr�e
�edent. Il a une ou plusieurs 
ou
hes dites
a
h�ees. Les neurones qui appartiennent �a 
es 
ou
hes s'appellent neurones 
a
h�es. Chaqueneurone est 
onne
t�e �a tous les neurones de la 
ou
he suivante (il n'y a pas de 
y
les).L'information 
ir
ule de l'entr�ee du r�eseau vers sa sortie.R�eseaux r�e
urrentsC'est un r�eseau dans lequel un neurone peut être 
onne
t�e ave
 lui-même ou ave
 desneurones des 
ou
hes pr�e
�edentes [2℄.3.4 Evaluation d'un r�eseau ave
 
ou
he(s) 
a
h�ee(s)Chaque neurone dans le r�eseau re�
oit en entr�ee un ensemble de signaux, leur appliquel'op�erateur de sommation pond�er�ee et transmet le r�esultat aux neurones suivants via la
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Fig. 3.4 { Stru
ture d'un r�eseau multi
ou
hes

Fig. 3.5 { Stru
ture d'un r�eseau r�e
urrentfon
tion d'a
tivation.L'�etat des neurones qui appartiennent �a la premi�ere 
ou
he 
a
h�ee peut s'�e
rirez = f  eXj=1 wjxj + b! (3.1)ou, de fa�
on ve
torielle, z = f(wTx+ b) (3.2)L'�etat des autres neurones est d�e
rit par :z = f  mXj=1 wjxj! (3.3)ou, de fa�
on ve
torielle, z = f(wTx) (3.4)



36 Optimisation pour l'apprentissageo�uw = [w1; w2; :::; we℄T repr�esente le ve
teur des 
onnexions entre neurones, x = [x1; x2; :::; xe℄Tl'ensemble des signaux d'entr�ee et f repr�esente la fon
tion d'a
tivation qui d�e�nit l'�etat duneurone. La fon
tion d'a
tivation la plus utilis�ee dans le domaine des r�eseaux de neuronesest la fon
tion sigmoide d�e�nie parf(x) = 11 + e�(x��)=� : (3.5)et repr�esent�ee sur la �gure 3.6 pour di��erentes valeurs des param�etres � et �.
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tau = 1
tau = 10
tau = 100Fig. 3.6 { Fon
tion sigmoide pour � = 0 (� = 1 en noir, � = 10 en rouge, � = 100 en bleu)3.4.1 La solution retenueD'apr�es un r�esultat dû �a Kolmogorov [37, 38, 39℄, on peut appro
her n'importe quellefon
tion r�eguli�ere ave
 un r�eseau �a trois 
ou
hes. (Naturellement, la taille de la 
ou
he
entrale peut augmenter rapidement ave
 la pr�e
ision de l'approximation.) Nous avons don

hoisi de nous limiter �a de tels r�eseaux.Dans le premier �etage (entre la 
ou
he d'entr�ee et la 
ou
he 
a
h�ee), nous utilisons lafon
tion d'a
tivation suivantef(x) = 8>>>>>><>>>>>>:

11 + e�x=� si jxj � �;(x� �)�e��=�� �� 11 + e��=� �2 + � 11 + e��=� � si x > �;(x+ �)�e�=�� �� 11 + e�=� �2 + � 11 + e�=� � si x < ��; (3.6)o�u � = 3� et � = 0. Il s'agit simplement de la fon
tion sigmo��de habituelle modi��ee de tellesorte que les poids ne deviennent pas trop grands (
f. �gure 3.7). Ce premier �etage nous sert�a 
onstruire une base de fon
tions non orthogonale.Dans le deuxi�eme �etage, nous utilisons une fon
tion d'a
tivation lin�eaire qui nous permetde r�ealiser l'approximation de la sortie souhait�ee par les fon
tions de base 
r�e�ees dans lepremier �etage.La stru
ture des r�eseaux que nous avons 
hoisie est illustr�ee par la �gure 3.8.Le nombre optimal de neurones dans la 
ou
he 
a
h�ee, est diÆ
ile �a d�eterminer. C'estpendant la phase d'apprentissage (
f. 3.5 page 37) que l'on peut se rendre 
ompte de l'apti-tude du r�eseau �a "apprendre".
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tau=10
tau=100Fig. 3.7 { Fon
tion sigmoide modi��ee pour � = 0 (� = 5 en rouge, � = 10 en noir, � = 100en bleu)3.5 L'apprentissageLe pro
essus d'apprentissage d'un r�eseau 
onsiste �a ajuster les poids de 
onnexion entreles neurones.Les di��erents types d'apprentissageOn peut 
lasser les algorithmes d'apprentissage en deux 
at�egories (
f. �gure 3.9 issuede [70℄) : supervis�es et non supervis�es. Dans les algorithmes non supervis�es, on ne 
onnâ�tpas la sortie que doit appro
her le r�eseau (sortie souhait�ee). Le r�eseau s'organise alors enregroupant selon les mêmes 
ara
t�eristiques les di��erents signaux d'entr�ee. Dans les algo-rithmes supervis�es, on 
onnâ�t la sortie souhait�ee et on peut faire la 
orre
tion de la sortie dur�eseau par rapport �a la sortie 
ibl�ee. On observe la sortie donn�ee par le r�eseau et on 
al
ulela di��eren
e entre elle et la sortie souhait�ee. Ensuite, les poids des 
onnexions sont modi��esa�n d'att�enuer 
ette di��eren
e. L'apprentissage supervis�e peut lui-même être de 2 types :l'apprentissage par renfort et l'apprentissage par 
orre
tion. Dans le premier, l'informationest du type bool�eenne. Il s'agit don
 de 
lassi�
ation. Dans l'apprentissage par 
orre
tion, on
onnâ�t l'ordre de grandeur de l'erreur, et on peut modi�er les poids de 
onnexion de tellesorte que 
ette erreur soit la plus petite possible.L'apprentissage : un probl�eme d'optimisationNotons R la r�eponse du r�eseau �a trois 
ou
hes 
onsid�er�e, e le nombre d'entr�ees (sans
ompter le biais), m le nombre de neurones 
a
h�es, s le nombre de sorties et p le nombrede poids de 
onnexion �a ajuster. En se r�ef�erant �a la �gure 3.4, il est fa
ile d'�etablir quep = (e+ 1 + s)m.La r�eponse R d�epend de l'entr�ee du syst�eme x (l'�etat des 
ellules d'entr�ee) et des poidsde 
onnexions W 2 Rp R : Re � Rp �! Rs(x;W) �! R(x;W):Ainsi on peut �e
rire W = � W 0W 1 �, W 0 2 Rm�(e+1) et W 1 2 Rs�m . Les deux ve
teurs
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x Fig. 3.8 { Stru
ture du r�eseau et fon
tions d'a
tivation retenuesW 0 et W 1 ne jouent pas les mêmes rôles. Le ve
teur W 0 permet la d�e�nition des fon
tionsde base et W 1 est le ve
teur des 
oeÆ
ients dans 
ette base. Cette remarque jouera un rôlefondamental dans la r�egularisation du probl�eme d'apprentissage.La phase d'apprentissage (supervis�e) 
onsiste �a minimiser l'�e
art, au sens des moindres
arr�es, entre la sortie souhait�ee G(x) et la sortie du r�eseau R(x;W). Il s'agit don
 de r�esoudrele probl�eme minW2Rp J(W) = 12Xx2
 k R(x;W)�G(x) k2; (3.7)dans lequel 
 est l'ensemble des 
ouples d'apprentissage. Un �el�ement (x;G(x)), x 2 
 estappel�e 
ouple d'apprentissage.Le fait d'avoir 
hoisi une fon
tion d'a
tivation f di��erentiable permet d'utiliser les m�ethodes
lassiques d'optimisation. Le gradient de J est g�en�eralement 
al
ul�e par la m�ethode 
lassiquede \ r�etropropagation du gradient ".L'eÆ
a
it�e de l'apprentissage d�epend de la stru
ture du r�eseau (nombre de neurones
a
h�es). Si le nombre de neurones est insuÆsant, l'apprentissage se r�ev�ele impossible. Au
ontraire, si le nombre de neurones dans la 
ou
he 
a
h�ee est trop grand, le r�eseau apprend
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APPRENTISSAGE

SUPERVISE NON SUPERVISE

RENFORT CORRECTIONFig. 3.9 { Les di��erents types d'algorithmes d'apprentissagel'information par 
�ur. Dans 
e 
as, le r�eseau restitue 
orre
tement les r�eponses relativesaux 
ouples d�ej�a appris, mais s'av�ere in
apable de donner une r�eponse 
orre
te pour unnouveau 
as [46℄. On dit que le r�eseau ne g�en�eralise pas. Cela rappelle les probl�emes 
lassiquesd'interpolation : les polynômes de bas degr�e ne donnent pas une bonne approximation et lespolynômes de degr�e �elev�e os
illent.G�en�eralisationL'ensemble de 
ouples 
 est utilis�e pour le pro
essus d'apprentissage. Cet ensemble estg�en�eralement s
ind�e en deux lots. Une fois que le r�eseau a appris l'ensemble des 
ouplesd'apprentissage du premier lot (en ajustant ses poids), on v�eri�e sur l'autre lot que la r�eponsedu r�eseau n'est pas trop �eloign�ee de la sortie souhait�ee. Ce pro
essus (
apa
it�e de produiredes sorties 
orre
tes pour des 
ouples non appris) s'appelle la g�en�eralisation [5℄. Il est unbon indi
ateur de la qualit�e de l'apprentissage. En e�et, si on parvient �a bien apprendre les
ouples du premier lot, sans être 
apable de g�en�eraliser, on peut 
on
lure que l'informationfournie par le r�eseau n'est pas �able.En pratique, il est d�eli
at de trouver le bon 
ompromis entre apprentissage satisfaisantet bonne g�en�eralisation.3.6 Une m�ethode d'apprentissage z�ero m�emoireA�n de simpli�er l'expos�e de la m�ethode, nous 
onsid�erons, dans 
ette se
tion, que lenombre de sorties dans le r�eseau est s = 1.3.6.1 Gauss-Newton ou Levenberg-MarquardtNous utilisons la m�ethode de Gauss-Newton pour r�esoudre le probl�eme d'optimisation (3.7).Pour simpli�er les �e
ritures, nous notonsE : Rp �! R
W 7�! �R(x1;W)�G(x1); R(x2;W)�G(x2); :::; R(xp;W)�G(xp)�T



40 Optimisation pour l'apprentissageo�u 
 est le nombre de 
ouples d'apprentissage 
ontenus dans 
. Ainsi le probl�eme (3.7) s'�e
ritminW2Rp J(W) = 12 k E(W) k2 : (3.8)Notons en
ore DE la ja
obienne de E. C'est une matri
e �a 
 lignes et p 
olonnes. Lapremi�ere fa�
on de voir la m�ethode de Gauss-Newton est d'appliquer la m�ethode de Newton auprobl�eme (3.8) en n�egligeant les termes o�u interviennent les deriv�ees de E d'ordre sup�erieur.La dire
tion de Newton d est la solution du syst�eme lin�eairer2J(Wk)d = �rJ(Wk): (3.9)Dans notre 
as, on a : rJ(W) = DE(W)T E(W)et r2J(W) = DE(W)TDE(W) + 
Xi=1 Ei(W)r2Ei(W):Comme le se
ond terme de r2J(W) peut être diÆ
ile �a 
al
uler, on le n�eglige. Cette ap-proximation se justi�e, au voisinage de la solution, lorsque E devient petit. On aboutit alors�a la m�ethode, dite de Gauss-Newton,DE(Wk)TDE(Wk)d = �DE(Wk)TE(Wk): (3.10)Dans la majorit�e des 
as, le nombre 
 des 
ouples d'apprentissage est bien plus petitque le nombre total p de poids dans le r�eseau. De 
e fait, la matri
e DE(Wk)TDE(Wk)peut être singuli�ere. On utilise alors l'algorithme de Levenberg-Marquardt [42℄ : le syst�emelin�eaire (3.10) est transform�e en(DE(W)TDE(W) + �I)d = �DE(W)TE(W) (3.11)o�u � est un r�eel stri
tement positif. La valeur de � ne 
hange pas la solution �nale duprobl�eme (3.8), mais il permet d'a

�el�erer la 
onvergen
e et de rendre le syst�eme lin�eaire (3.10)plus stable.Le syst�eme lin�eaire (3.11) est r�esolu via la m�ethode du gradient 
onjugu�e. C'est unem�ethode it�erative qui permet de r�esoudre des syst�emes lin�eaires Ax = b lorsque la ma-tri
e A est sym�etrique d�e�nie positive. Developp�ee en 1952 par Hestenes et Stiefel [9℄, 
ettem�ethode ne fait pas appel �a des param�etres d�e�nis par l'utilisateur. Elle ne n�e
essite que la
onnaissan
e du produit de la matri
e A par un ve
teur.3.6.2 Di��erentiation automatiqueLe produit matri
e-ve
teurDE(W)TDE(W)d est i
i e�e
tu�e en exploitant les te
hniquesde di��erentiation automatique [22, 21, 28, 63℄. On 
ommen
e par 
al
uler z = DE(W)d. Ceproduit peut être r�e�e
rit 
omme 
i-dessousDE(W)d = lim"!0 E(W + "d)� E(W)" = �"E(W + "d)j"=0:



3.6 Une m�ethode d'apprentissage z�ero m�emoire 41Il s'agit alors de d�eriver une fon
tion ve
torielle E par rapport �a un seul param�etre [29℄. Onutilise pour 
e faire le mode dire
t qui 
onsiste �a d�eriver un 
ode de sa premi�ere instru
tion�a la derni�ere.Il reste ensuite �a 
al
uler DE(W)Tz = 
Xi=1 DEi(W)zi:Comme la somme des d�eriv�ees est �egale �a la d�eriv�ee de la somme, nous avonsDE(W)Tz = D( 
Xi=1 Ei(W)zi) = D(zTE(W)):Il s'agit don
 de d�eriver une fon
tion s
alaire zTE(W) par rapport �a un grand ve
teur W.La d�erivation en mode inverse est la plus appropri�ee. Elle 
onsiste grossi�erement �a d�eriverde la derni�ere instru
tion �a la premi�ere en utilisant les r�egles de d�erivation des fon
tions
ompos�ees.L'utilisation de la m�ethode du gradient 
onjugu�e et 
ette 
ombinaison des modes dire
tet inverse de la di��erentiation automatique permettent de faire l'�e
onomie de 
al
uls tr�es
oûteux tels que{ le 
al
ul de la ja
obienne DE,{ le 
al
ul du produit matri
iel DETDE,{ le sto
kage de 
ette matri
e{ et sa fa
torisation.Ce gain est d'autant plus 
ru
ial que le probl�eme est de grande taille.3.6.3 R�egularisationL'estimation d'une fon
tion g �a partir de donn�ees en nombre limit�e peut devenir unprobl�eme mal pos�e [43℄, 
'est-�a-dire que la solution obtenue par minimisation de l'�e
artquadratique moyen existe mais n'est pas unique. L'id�ee fondamentale de la r�egularisationest de transformer un probl�eme mal pos�e en un probl�eme bien pos�e. Pour 
e faire, on imposedes 
ontraintes suppl�ementaires �a la fon
tion [72, 24℄.On 
ommen
e par faire un apprentissage \ par 
�ur " : on augmente la taille de W (plusexa
tement le nombre m de 
ellules 
a
h�ees) a�n d'avoir un r�esidu pro
he de z�ero apr�esapprentissage. On s'assure ainsi que le r�eseau est assez ri
he pour appro
her la vraie fon
tion.Dans 
e 
as, la g�en�eralisation n'est pas assur�ee : la r�eponse du r�eseau pour des donn�ees nonapprises est peu satisfaisante. De nombreuses te
hniques de r�egularisation existent. Nousallons dis
uter quatre m�ethodes.R�egularisation de TikhonovPour �eviter les os
illations du r�eseau, on 
her
he �a lisser les fon
tions de base en 
onservantles poids du premier �etage petits. La solution r�egularis�ee est 
elle qui minimise la 
ombinaison



42 Optimisation pour l'apprentissagepond�er�ee de la norme du r�esidu et de la norme des poids du premier �etage :12� k E(W) k2 +� kW0 k2 � (3.12)o�u � est le param�etre de r�egularisation [58℄ et W0 les poids de 
onnexion entre la 
ou
hed'entr�ee et la 
ou
he 
a
h�ee. Le syst�eme lin�eaire asso
i�e �a ( 3.12) est de la forme :�DE(W)TDE(W) + �I + � � I 00 0 ��� d0d1 � = �DE(W)TE(W)� � � W00 � :(3.13)Le deuxi�eme �etage est laiss�e sans r�egularisation.Ave
 une grande valeur de �, le pro
essus d'optimisation privil�egie la r�edu
tion de lanorme des poids de 
onnexions W 0 au d�etriment de la norme du r�esidu. En 
ons�equen
e,les fon
tions de base 
onstruites dans le premier �etage sont �etir�ees (
f. �gure 3.6 ; de petitspoids W 0 
orrespondent �a un � grand).Dans notre 
as, pour 
hoisir le param�etre �, l'ensemble 
 des 
ouples d'apprentissage estd�e
oup�e en trois lots : un premier lot L1 
ompos�e de 80 % des 
ouples d'apprentissage, unse
ond lot L2 
onstitu�e de 12 % des 
ouples d'apprentissage et un troisi�eme lot L3 
omprenantle reste des 
ouples.Le lot L3, sur lequel au
un traitement n'est jamais e�e
tu�e, sert de lot de validation.L'apprentissage est alors r�ealis�e en deux phases :Phase 1 :a) apprentissage du lot L1 ave
 � = 0. Tant que k E(W) k� tol , on augmentele nombre de neurones 
a
h�es et on r�eapprend. Ainsi, on augmente le nombre defon
tions de base n�e
essaires pour bien appro
her le ph�enom�ene.b) Une fois trouv�e le nombre de neurones 
a
h�es appropri�e, on apprend le lot L1 en
hoissisant le � qui minimise le r�esidu sur le lot L2.Phase 2 : apprentissage des lots L1 et L2 en utilisant le � trouv�e dans la phase 1 et end�emarrant des poids obtenus �a 
ette même phase.Les pour
entages donn�es n'ont qu'un 
ara
t�ere indi
atif.R�egularisation par r�edu
tion du nombre de neurones 
a
h�esCette te
hnique 
onsiste �a r�eduire le nombre de 
ellules dans la 
ou
he 
a
h�ee pourameliorer la g�en�eralisation. Malheureusement, il arrive souvent que l'on passe d'une situationo�u l'on apprend sans g�en�eraliser �a une situation o�u l'on n'apprend plus. Il n'est pas toujoursfa
ile de trouver un 
ompromis.La te
hnique d�e
rite dans le paragraphe pr�e
�edent permet d'obtenir, ave
 un nombre deneurones 
a
h�es donn�e, une valeur optimale du param�etre �.Si 
e nombre de neurones 
a
h�es est trop grand, le ph�enom�ene de sur-apprentissage peutse produire malgr�e la r�egularisation. De plus, le temps de 
al
ul augmente ave
 le nombrede neurones 
a
h�ees. Pour 
es deux raisons, nous e�e
tuons en pratique de nouveaux testsave
 moins de neurones 
a
h�es.



3.7 R�esultats num�eriques 43Ainsi, en 
ombinant la r�egularisation de Tikhonov et le 
hoix du nombre de neurones
a
h�es, on parvient �a trouver le nombre minimum de neurones 
a
h�es qui permet un bon
ompromis entre temps de 
al
ul et bonne approximation de la fon
tion.R�egularisation par arrêt pr�ematur�e des it�erationsCette m�ethode est 
onnue sous le nom de \ stopped training method " [10, 65℄ ou \Landweberiteration " [43℄. Elle est bas�ee sur l'observation suivante (sur-apprentissage) : trop apprendre�a partir d'un nombre limit�e de 
ouples d'apprentissage peut d�egrader la g�en�eralisation. Enpratique, l'erreur sur les 
ouples du lot L1 d�e
rô�t �a 
haque it�eration puis se stabilise, alorsque l'erreur dans le lot L2 passe par un minimum avant de 
rô�tre. Il faut don
 arrêterl'apprentissage autour de 
e minimum du r�esidu du lot L2.R�egularisation par Gauss-NewtonEn 
hoisissant unW 0 initial de petite norme, nous initialisons le r�eseau ave
 des fon
tionsde base �etir�ees (r�eguli�eres). Comme le pro
essus de Gauss-Newton 
al
ule des perturbationsde norme minimale [48℄, les poids de 
onnexion du premier �etage W 0 restent petits et lesfon
tions de base bien r�eguli�eres.La 
ombinaison de 
es te
hniques de r�egularisation permet d'�eviter les minima lo
auxpour l'apprentissage (qui posent s�erieux probl�emes pour les m�ethodes 
lassiques).3.7 R�esultats num�eriquesDans 
ette se
tion, nous allons illustrer les possibilit�es o�ertes par la m�ethode d�e
rite
i-dessus sur deux types d'exemple : des exemples synth�etiques bas�es sur l'approximation defon
tions 
lassiques et des 
as r�eels issus de divers domaines tels que l'industrie automobileou le domaine p�etrolier.Pour 
haque r�esultat num�erique, nous indiquerons� la stru
ture du r�eseau : nombre de neurones d'entr�ee e - nombre de neurones 
a
h�esm - nombre de neurones de sortie s.� la r�epartition des 
ouples d'apprentissage (se
tion 3.6.3 page 41) : taille du lotd'apprentissage L1 - taille du lot de g�en�eralisation L2 - taille du lot de v�eri�
ation L3.3.7.1 Exemples synth�etiquesNous allons illustrer la 
apa
it�e de r�eseaux de neurones �a appro
her des fon
tions 
las-siques [47℄.Notons f la fon
tion �a appro
her. Elle est d�e�nie sur Re �a valeurs dans Rs . Les 
ouplesd'apprentissage s'�e
rivent alors (x; f(x)), o�u x 2 D � Re . Les 
 valeurs de x peuvent être
r�ees de 4 mani�eres di��erentes :



44 Optimisation pour l'apprentissage� option=1 : elles sont lues dans un �
hier de donn�ees.� option=2 : elles sont 
hoisies de fa�
on al�eatoire dans D.� option=3 : elles sont 
onstruites en utilisant deux plans d'exp�erien
es (se
tion 2.4page 26) ; un premier plan ext�erieur et un se
ond int�erieur. Le reste des valeurs dex est 
hoisi de fa�
on al�eatoire.� option=4 : elles sont 
hoisies 
omme 
i-dessus, mais les deux plans d'exp�erien
es sont i
i
rois�es.La �gure 3.10 permet d'illustrer la g�en�eration de 
ouples au moyen de plans d'exp�erien
es.Les �etoiles rouges repr�esentent les points du plan fa
toriel externe, les �etoiles bleues symbo-lisent les points du plan fa
toriel interne et les �etoiles vertes sont les 
ouples tir�es al�eatoirement.
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Points g�en�er�es par l'option 4Fig. 3.10 { Points g�en�er�es �a l'aide de plans fa
torielsDans de nombreux 
as, en parti
ulier dans les exemples r�eels, la fon
tion �a appro
herest tr�es 
oûteuse �a �evaluer. On 
her
he alors �a r�eduire le nombre d'appels �a 
ette fon
tion.Lorsque le nombre d'entr�ees e est grand, on ne s'autorise don
 pas �a se donner autant de
ouples d'apprentissage que de sommets de l'hyper
ube (pour e = 10, il faudrait 
onstruire210 = 1024 
ouples ! ! !). L'option 4 nous sert essentiellement dans 
es 
as l�a (lorsque noussommes limit�es par le nombre de 
ouples d'apprentissage).



3.7 R�esultats num�eriques 45Ou ex
lusifIl s'agit d'une fon
tion tr�es simple qui n'est pas lin�eairement s�eparable. Pour 
ette raison,elle fait partie des exemples 
lassiques utilis�es pour tester les r�eseaux de neurones.Donn�eesFon
tion f(x; y) = x2 + y2 � 2xyDomaine D = [0; 1℄� [0; 1℄Stru
ture du r�eseau 3 / 4 / 1Lots 6 / 2 / 2Option 3ApprentissageR�eseau ave
 � = 0Nombre d'it�erations de GN 36Nombre d'it�erations du GC 257Erreur d'apprentissage 2:314 10�5Erreur de g�en�eralisation 0:0079Erreur de v�eri�
ation 0:01129
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46 Optimisation pour l'apprentissageLa parabole Donn�eesFon
tion f(x; y) = x2 + y2Domaine D = [�100; 100℄� [�100; 100℄Stru
ture du r�eseau 3 / 3 / 1Lots 20 / 3 / 2Option 4ApprentissageR�eseau ave
 � = 0Nombre d'it�erations de GN 54Nombre d'it�erations du GC 504Erreur d'apprentissage 2:44 10�4Erreur de g�en�eralisation 4:1 10�3Erreur de v�eri�
ation 3:4 10�3
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3.7 R�esultats num�eriques 47Fon
tion sinus Donn�eesFon
tion f(x; y) = �sin(x� 3)(x� 3) � sin(y + 5)(y + 5)Domaine D = [�3; 8℄� [�10; 0℄Stru
ture du r�eseau 3 / 10 / 1Lots 22 / 3 / 2Option 3ApprentissageR�eseau ave
 � = 0Nombre d'it�erations de GN 93Nombre d'it�erations du GC 2042Erreur d'apprentissage 5:21 10�5Erreur de g�en�eralisation 0:010Erreur de v�eri�
ation 0:007
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48 Optimisation pour l'apprentissageFon
tion Rosenbro
k Donn�eesFon
tion f(x; y) = 100(x2 + y2)2 + (1� x)2Domaine D = [�2; 2℄� [�2; 2℄Stru
ture du r�eseau 3 / 10 / 1Lots 25 / 3 / 2Option 3ApprentissageR�eseau ave
 � = 0Nombre d'it�erations de GN 96Nombre d'it�erations du GC 2366Erreur d'apprentissage 1:87 10�5Erreur de g�en�eralisation 0:0079Erreur de v�eri�
ation 0:0038
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 � = 0Fig. 3.14 { Apprentissage de la fon
tion de Rosenbro
k



3.7 R�esultats num�eriques 49Fon
tion Rastrigin Donn�eesFon
tion f(x; y) = x2 + y2 � 
os(18x)� 
os(18y)Domaine D = [�2; 2℄� [�2; 2℄Stru
ture du r�eseau 3 / 3 / 1Lots 22 / 3 / 2Option 1ApprentissageR�eseau ave
 � = 0 R�eseau �nalNombre d'it�erations de GN 100 100Nombre d'it�erations du GC 1040 1200Erreur d'apprentissage 0:031 0:045Erreur de g�en�eralisation 0:075Erreur de v�eri�
ation 0:0278 0:0198
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50 Optimisation pour l'apprentissageFon
tion sinus - sinus d�e
al�ee Donn�eesNb. de sorties 2Fon
tion f1(x; y) = �sin(x� 3)(x� 3) � sin(y + 1)(y + 1)f2(x; y) = �sin(x + 5)(x+ 5) � sin(y + 2)(y + 2)Domaine D = [�3; 8℄� [�10; 0℄Stru
ture du r�eseau 3 / 10 / 2Lots 22 / 3 / 2Option 3ApprentissageR�eseau ave
 � = 0Nombre d'it�erations de GN 100Nombre d'it�erations du GC 2297Erreur d'apprentissage 0:0013Erreur de g�en�eralisation 0:0260Erreur de v�eri�
ation 0:0304
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3.7 R�esultats num�eriques 51Fon
tion somme de sinus et sinus d�e
al�eLa sotie de 
ette fon
tion est la somme des deux fon
tions de la se
tion pr�e
edente : sinuset sinus d�e
al�e. Donn�eesNb. de sorties 1Fon
tion f(x; y) = �sin(x� 3)(x� 3) � sin(y + 1)(y + 1)�sin(x+ 5)(x+ 5) � sin(y + 2)(y + 2)Domaine D = [�3; 8℄� [�10; 0℄Stru
ture du r�eseau 3 / 10 / 1Lots 22 / 3 / 2Option 3ApprentissageR�eseau ave
 � = 0 R�eseau �nalNombre d'it�erations de GN 100 60Nombre d'it�erations du GC 533 1800Erreur d'apprentissage 0:049 4:9916e� 05Erreur de g�en�eralisation 0:04555Erreur de v�eri�
ation 0:08079 0:01326
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52 Optimisation pour l'apprentissageFon
tion Ou ex
lusif - parabole - parabole d�e
al�eeDonn�eesNb. de sorties 3Fon
tion f1(x; y) = x2 + y2 � 2xyf2(x; y) = x2 + y2f2(x; y) = (x� 2)2 + (y � 2)2Domaine D = [�3; 3℄� [�3; 3℄Stru
ture du r�eseau 3 / 5 / 1Lots 22 / 3 / 2Option 3ApprentissageR�eseau ave
 � = 0 R�eseau �nalNombre d'it�erations de GN 40 40Nombre d'it�erations du GC 817 1175Erreur d'apprentissage 0:09298 0:00196Erreur de g�en�eralisation 0:088Erreur de v�eri�
ation 0:0658 0:0139
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54 Optimisation pour l'apprentissageFon
tion somme du Ou ex
lusif, de la parabole et de la parabole d�e
al�eeLa sortie de 
ette fon
tion est la somme des des trois fon
tions de la se
tion pr�e
edente :ou ex
lusif, parabole et parabole d�e
al�ee.Donn�eesNb. de sorties 1Fon
tion f(x; y) = 2x2 + 2y2 � 2xy + (x� 2)2 + (y � 2)2Domaine D = [�3; 3℄� [�3; 3℄Stru
ture du r�eseau 3 / 5 / 1Lots 22 / 3 / 2Option 3ApprentissageR�eseau ave
 � = 0 R�eseau �nalNombre d'it�erations de GN 30 60Nombre d'it�erations du GC 765 1800Erreur d'apprentissage 0:00322 8:64772e� 05Erreur de g�en�eralisation 0:006580Erreur de v�eri�
ation 0:014723 0:0029756
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3.7 R�esultats num�eriques 553.7.2 Exemples r�eelsCRASHOn �etudie un mod�ele de 
ho
 frontal d'un v�ehi
ule sur une barri�ere d�eformable. Il s'agit ded�eterminer l'in
uen
e de 
ertains param�etres sur le 
omportement du v�ehi
ule :x1 : raideur du \bumper" de la barri�ere,x2 : raideur du 
orps de la barri�ere,x3 : position horizontale de la barri�ere,x4 : position verti
ale de la barri�ere,x5 : angle d'impa
t du v�ehi
le sur la barri�ere,x6 : vitesse d'impa
t du v�ehi
ule,x7 : assiette du v�ehi
ule.

La sortie observ�ee est y, l'e�ort sur le mur en fond de barri�ere.Comme l'�evaluation de y en fon
tion des xi est tr�es 
oûteuse, on 
her
he �a appro
her
e probl�eme �a l'aide d'un r�eseau de neurones. Pour 
e faire, on dispose de 100 
ouplesd'apprentissage. On 
onsid�ere{ un lot L1 de 80 
ouples pour l'apprentissage,{ un lot L2 de 15 
ouples pour le 
hoix du param�etre de r�egularisation �,{ et un lot L3 de 5 
ouples pour la v�eri�
ation de la g�en�eralisation.La strat�egie d'apprentissage du r�eseau de neurones �a trois 
ou
hes que l'on 
onsid�ere estd�e
rite 
i-dessous. Les r�esultats qui suivent ont �et�e obtenus ave
 12 neurones dans la 
ou
he
a
h�ee.On fait l'apprentissage \par 
oeur", 
'est-�a-dire que l'on 
her
he �a bien apprendre les
ouples du lot L1, mais on ne fait au
un traitement pour g�en�eraliser les lots L2 et L3. Dansla �gure 3.21, on peut 
onstater que l'apprentissage du lot L1 est 
orre
t, et 
omme pr�evu(puisque rien n'a �et�e fait), il n'y a pas de g�en�eralisation sur les lots L2 et L3.
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Comportement du lot L3avant r�egularisationFig. 3.21 { Crash : apprentissage avant r�egularisation

Pour parvenir �a g�en�eraliser les lots L2 et L3, la se
onde �etape est n�e
essaire. Elle sert �atrouver le param�etre de r�egularisation � qui permet que le r�esidu sur le lot L2 soit le pluspetit possible, sans trop d�egrader l'apprentissage du lot L1. Une fois trouv�e le param�etre der�egularisation, on apprend les lots L1 et L2 ensemble, puis on v�eri�e la g�en�eralisation sur lelot L3. On peut appr�e
ier le r�esultat sur la �gure 3.22.
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Comportement du lot L3 apr�es r�egularisationFig. 3.22 { Crash : apprentissage apr�es r�egularisationUn autre probl�eme du CRASHOn �etudie un mod�ele de 
ho
 lat�eral. Le mod�ele du pied milieu est d�e
oup�e en 5 zones.Les variables d'entr�ee sont les �epaisseurs de 
oque (de 0.6 a 1.5 ave
 un pas de 0.1) pour
haque zone. Les variables de sortie, au nombre de 6, sont des 
rit�eres de d�epla
ement. Ondispose de 250 donn�ees que l'on r�eparti en 3 lots :{ un lot L1 de 200 
ouples pour l'apprentissage,{ un lot L2 de 40 
ouples pour le 
hoix du param�etre de r�egularisation �,{ et un lot L3 de 10 
ouples pour la v�eri�
ation de la g�en�eralisation.Nb. de sorties 6Stru
ture du r�eseau 6 / 10 / 6Lots 200 / 40 / 10Option 1



58 Optimisation pour l'apprentissageOn fait l'apprentissage < par 
oeur >, pour bien apprendre les 
ouples du lot L1. Dans les�gures 
i-dessous ( 3.23, 3.24, 3.25, 3.26, 3.27, 3.28), on peut 
onstater, en 
omparant l'�e
artentre les �etoiles bleues et les 
ibles rouges, que l'apprentissage du lot L1 est 
orre
t. Les �etoilesvertes repr�esentent les r�esultats de l'apprentissage apr�es r�egularisation, 
'est-�a-dire apr�es laphase 2 d�e
rite dans la se
tion 3.6.3 page 41.
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ement 3
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Comportementdu lot L3Fig. 3.26 { Crash : apprentissage avant et apr�es r�egularisation du d�epla
ement 4
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Comportementdu lot L3Fig. 3.28 { Crash : apprentissage avant et apr�es r�egularisation du d�epla
ement 6Dans les �gures pr�e
�edentes, on peut remarquer que, pour tous les d�epla
ements, l'ap-prentissage avant r�egularisation du lot L1 est 
orre
t. En 
e qui 
on
erne la g�en�eralisation,



60 Optimisation pour l'apprentissageles lots L2 et L3 se 
omportent d�ej�a bien avant r�egularisation (�etoiles bleues). Apr�es la se-
onde phase (�etoiles vertes), les r�esultats sont en
ore meilleurs : l'apprentissage des lots L1et L2 est 
orre
t et la g�en�eralisation du lot L3 n'est pas d�egrad�ee.
Un exemple en industrie p�etroli�ereLe 
as PUNQ est un mod�ele de r�eservoir synth�etique inspir�e de donn�ees r�eelles. Il a �et�e
r�e�e, dans le projet europ�een PUNQ, a�n de 
omparer les di��erentes m�ethodes d'inversionpermettant de 
ontraindre les mod�eles sto
hastiques de r�eservoir aux donn�ees dynamiques.Le mod�ele g�eologique est 
ompos�e de 5 
ou
hes ind�ependantes. Les 
ou
hes 1, 3, 4 et 5 sontsuppos�ees de bonne qualit�e tandis que la 
ou
he 2 est de moins bonne qualit�e. Les porosit�eset perm�eabilit�es ont �et�e g�en�er�ees en utilisant des m�ethodes g�eostatistiques. Sur la 
arte dutoit du r�eservoir (�gure 3.29), on peut voir que 
elui-
i est entour�e par un aquif�ere au Nordet �a l'Ouest et est d�elimit�e par une faille au Sud et �a l'Est.

Fig. 3.29 { Cas p�etrole : toit d'un mod�ele de r�eservoir synth�etique
La fon
tion obje
tif (repr�esent�ee �gure 3.30) a �et�e 
al
ul�ee en prenant en 
ompte le< Gas Oil Ratio >, la < Bottom Hole Flowing Pressure >et le <Water Cut >pour les 6 puitsprodu
teurs. Les donn�ees observ�ees utilis�ees 
orrespondent �a un 
as de r�ef�eren
e 
onnu. Lesdeux param�etres qu'on a fait varier pour tra
er la fon
tion 
oût 
orrespondent, pour x1, �aun multipli
ateur de la perm�eabilit�e horizontale pour les 5 
ou
hes et, pour x2, �a la même
hose pour la perm�eabilit�e verti
ale. La quantit�e x1 prend 29 valeurs entre 0.1 et 10, tandisque x2 en prend 28 entre 10�6 et 3.
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Fig. 3.30 { Cas p�etrole : repr�esentation de la fon
tion obje
tif �a minimiserOn dispose de 812 donn�ees qui sont r�eparties de la mani�ere suivante{ un lot L1 de 80% des donn�ees pour l'apprentissage,{ un lot L2 de 20% des 
ouples pour le 
hoix du param�etre de r�egularisation �.Les r�esultats qui suivent ont �et�e obtenus ave
 20 neurones dans la 
ou
he 
a
h�ee.
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Fig. 3.31 { Apprentissage et g�en�eralisation ave
 � = 0 (
ibles en rouge, r�eseau en bleu)
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Fig. 3.32 { Cas p�etrole : r�eseau appro
hant la fon
tion obje
tif (� = 0)Dans la �gure 3.31, on peut 
onstater que l'apprentissage est 
orre
t, sauf pour 
ertainesvaleurs qui se trouvent au-dessus de 120. On passe don
 �a la phase suivante : trouver la



62 Optimisation pour l'apprentissagevaleur du param�etre de r�egularisation �. Les r�esultats obtenus pendant 
ette phase peuventêtre observ�es sur les �gures 3.33 et 3.34.
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Fig. 3.33 { Apprentissage et g�en�eralisation ave
 � optimal (
ibles en rouge, r�eseau en bleu)
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Fig. 3.34 { Cas p�etrole : r�eseau appro
hant la fon
tion obje
tif (� optimal)Apr�es la phase 2, on peut observer que les r�esultats sont bien meilleurs. L'apprentissagen'a pas �et�e d�egrad�e et on parvient �a obtenir une tr�es bonne g�en�eralisation.



Chapitre 4Apprentissage pour l'optimisationCertains probl�emes des s
ien
es physiques sont diÆ
iles �a r�esoudre dans le sens o�u lesseules donn�ees sont des mesures parfois 
oûteuses ou longues �a r�ealiser. Une optimisation est,dans 
es 
as-l�a, for
�ement limit�ee par le nombre r�eduit de donn�ees. On 
hoisit don
 souventde rempla
er la fon
tion �a optimiser par un mod�ele peu 
oûteux auquel on peut appliquerles algorithmes 
lassiques de l'optimisation [23, 19, 56, 9℄. Ainsi, on 
onstruit une surfa
ede r�eponse �a partir des mesures dont on dispose. Nous avons vu au 
hapitre 3 
omment
onstruire une surfa
e de r�eponse �a l'aide des r�eseaux de neurones. Ces derniers permettentde disposer d'un gradient, pour un 
oût ajout�e n�egligeable, grâ
e �a la di��erentiation automa-tique [22, 8, 7, 49, 50, 28, 21℄. Nous allons expliquer 
omment nous avons exploit�e le mod�eleainsi obtenu pour r�esoudre le probl�eme (d'optimisation) original.4.1 Bou
le d'optimisationOn note G : Re ! R la fon
tion �a minimiser et R un r�eseau de neurones qui doit l'appro-
her. Soit 
 l'ensemble des 
ouples d'apprentissage. Il est 
hoisi en utilisant les te
hniquesde plan d'exp�erien
e propos�ees dans le 
hapitre 2. On 
onstruit alors un premier mod�eleR par r�eseau de neurones, ave
 l'ensemble 
, en utilisant la te
hnique propos�ee dans lase
tion 3.6 page 39. Ce mod�ele est ensuite optimis�e par rapport aux signaux d'entr�ee. No-tons X� la solution de 
ette optimisation. On 
ompare alors R(X�) �a G(X�). Si les deuxvaleurs 
o��n
ident, alors on 
onsid�ere que la quantit�e X� est le minimum de la fon
tion Get l'algorithme s'arrête. Si le r�eseau R et la fon
tion G ne donnent pas le même r�esultat(jR(X�)�G(x�)j > "), on 
onsid�ere que le r�eseau n'a pas suÆsamment bien appris la fon
-tion. On ajoute alors le nouveau 
ouple (X�; G(X�)) �a l'ensemble d'apprentissage 
 et onrefait la bou
le d'optimisation (�g. 4.1). Des travaux similaires sont 
onsultables dans [20, 41℄.Une bonne approximation de la fon
tion d�epend de plusieurs fa
teurs (nombre d'it�erationsdans la m�ethode de Gauss-Newton, nombre de neurones 
a
h�es, ...), mais le nombre des
ouples initiaux est fondamental. Dans 
e 
hapitre, nous 
ommen�
ons par faire une premi�ereapproximation ave
 un nombre limit�e de 
ouples d'apprentissage. Puis nous enri
hissons lemod�ele R en ajoutant les 
ouples de points propos�es par l'optimiseur.Nous allons illustrer 
ette d�emar
he en l'appliquant �a des fon
tions de dimension 2.Puis nous r�esumerons dans un tableau les r�esultats que nous avons obtenus pour quelques



64 Apprentissage pour l'optimisationfon
tions de dimension sup�erieure. En�n, nous 
on
lurons ave
 un r�esultat dans le domainep�etrolier et une perspe
tive dans le domaine automobile.
de NeuronesR�eseau

Optimisation
X� G(X�)

Ajout de a 
(X�; G(X�))

STOPOUI
NON


apprentissageR
R(X�)

de R
k R(X�)�G(X�) k< �

Fig. 4.1 { S
h�ema de la bou
le d'optimisation
4.2 R�esultats num�eriques4.2.1 Exemples en dimension deuxNous allons tester la m�ethode d�e
rite 
i-dessus en l'appliquant �a des fon
tions de deuxvariables.Comme 
ela a d�ej�a �et�e dit dans la se
tion pr�e
�edente, la premi�ere �etape 
onsiste �a faire unepremi�ere approximation de la fon
tion 
onsid�er�ee. Pour 
e faire, nous utilisons la m�ethoded�e
rite dans le 
hapitre 3. La di��eren
e que l'on peut observer entre les premiers r�eseauxdans 
e 
hapitre 4 et les r�esultats d'approximation pr�esent�es dans le 
hapitre 3 est due aunombre de 
ouples utilis�es pour faire le premier apprentissage. En e�et, si le premier r�eseauappro
he trop �d�element la fon
tion �a minimiser, il existe de gros risques que l'optimisationaboutisse �a un minimum lo
al. Nous pr�ef�erons don
 d�emarrer ave
 un r�eseau qui appro
hetr�es grossi�erement la fon
tion �a minimiser et laisser la libert�e �a l'optimiseur de proposer lespoints pertinents qui permettront d'am�eliorer le r�eseau au fur et �a mesure.



4.2 R�esultats num�eriques 65Sinus Donn�eesFon
tion f(x; y) = �sin(x� 3)(x� 3) � sin(y + 5)(y + 5)Domaine D = [�3; 8℄� [�10; 0℄Stru
ture du r�eseau 3 / 5 / 1Nombre de 
ouples initiaux 9Option 3Apprentissage et optimisationSolution exa
te/appro
h�ee [3.0 , -5.0℄ / [3.012, -5.000℄Nb. total de 
ouples 30
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66 Apprentissage pour l'optimisation< Sinus d�e
al�e > Donn�eesFon
tion f(x; y) = �sin(x)(x) � sin(y + 2)(y + 2)Domaine D = [�3; 8℄� [�10; 0℄Stru
ture du r�eseau 3 / 5 / 1Nb. de 
ouples d'apprentissage initial 9Option 3Apprentissage et optimisationSolution exa
te/appro
h�ee [0.0 , -2.0℄ / [0.003, -1.997℄Nb. total de 
ouples 23
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4.2 R�esultats num�eriques 67< Chameau >Cette fon
tion est sym�etrique par rapport �a l'origine. Elle admet 3 minima lo
aux. Leminimum global se situe au point �(0:0898;�0:7126)Donn�eesFon
tion f(x; y) = 4x4 � 2110x4 + 13x6 + xy � 4y2 + 4y4Domaine D = [�1; 1℄� [�1; 1℄Stru
ture du r�eseau 3 / 14 / 1Nombre de 
ouples initiaux 15Option 3Apprentissage et optimisationSolution exa
te/appro
h�ee [0.0898 , 0.7126℄ / [-0.0917, 0.7128℄Nb. total de 
ouples 30
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et du r�eseau �nalFig. 4.4 { Apprentissage et optimisation de la fon
tion < 
hameau >



68 Apprentissage pour l'optimisationBraninCette fon
tion admet sa valeur minimale (environ 0:398) en 3 points di��erents :(�3:142; 12:275); (3:142; 2:275); (9:425; 2:425):Donn�eesFon
tion f(x; y) = �y � 5:14�2x2 + 5�x� 6�2+�10�1� 18�� 
os(x) + 10�Domaine D = [�5; 10℄� [0; 15℄Stru
ture du r�eseau 3 / 12 / 1Nb. de 
ouples d'apprentissage initial 15Option 3Apprentissage et optimisationSolution exa
te/appro
h�ee [9.425 , 2.425℄ / [9.4399 , 2.4814℄Nb. total de 
ouples 24
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et du r�eseau �nalFig. 4.5 { Apprentissage et optimisation de la fon
tion de Branin



4.2 R�esultats num�eriques 69GriewankCette fon
tion admet plus de 500 minima lo
aux. Son minimum global est atteint enx = y = 0. Donn�eesFon
tion f(x; y) = x2200 + y2200 � 
os( xp1) 
os( yp2) + 1Domaine D = [�100; 100℄� [�100; 100℄Stru
ture du r�eseau 3 / 10 / 1Nb. de 
ouples d'apprentissage initial 10Option 3Apprentissage et optimisationSolution exa
te/appro
h�ee [0.0,0.0℄ / [-0.073, 0.079℄Nb. total de 
ouples 13
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et du r�eseau �nalFig. 4.6 { Apprentissage et optimisation de la fon
tion de Griewank



70 Apprentissage pour l'optimisationRastriginCette fon
tion admet plus de 50 minima lo
aux. Son minimum global est atteint au pointx = y = 0. Donn�eesFon
tion f(x; y) = x2 + y2 � 
os(18x)� 
os(18y)Domaine D = [�1; 1℄� [�1; 1℄Stru
ture du r�eseau 3 / 10 / 1Nb. de 
ouples d'apprentissage initial 10Option 3Apprentissage et optimisationSolution exa
te/appro
h�ee [0.0,0.0℄ / [-0.0152 , -0.0326℄Nb. total de 
ouples 20
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et du r�eseau �nalFig. 4.7 { Apprentissage et optimisation de la fon
tion de Rastrigin



4.2 R�esultats num�eriques 71Rosenbro
kCette fon
tion est 
onnue pour être la < fon
tion banane > et son minimum global estatteint au point x = y = 1:0. Donn�eesFon
tion f(x; y) = 100(x2 + y2)2 + (1� x)2Domaine D = [�2; 2℄� [�2; 2℄Stru
ture du r�eseau 3 / 12 / 1Nb. de 
ouples d'apprentissage initial 25Option 3Apprentissage et optimisationSolution exa
te/appro
h�ee [1.0 , 1.0℄ / [1.062, 1.127℄Nb. total de 
ouples 50
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tion de Rosenbro
k



72 Apprentissage pour l'optimisationR�e
apitulatifNous indiquons, dans les tableaux 
i-dessous (4.1, 4.2), l'ensemble des r�esultats num�eriquesd'optimisation que nous avons obtenus pour l'optimisation de fon
tion de deux variables.Ces r�esultats nous semblent satisfaisants. En parti
ulier, on peut remarquer que le nombred'�evaluations de la fon
tion ne d�epasse jamais 50.Naturellement, pour les fon
tions de Rastrigin ou de Griewank, le r�eseau n'appro
he pas lafon
tion, mais nous rappelons que l'obje
tif n'est pas de 
onstruire une bonne approximationde 
es fon
tions, mais bien de trouver le minimum global sans être pi�eg�e par les minimalo
aux.4.2.2 Exemples en dimension sup�erieureNous avons �egalement r�ealis�e des tests en dimension sup�erieure, dont les r�esultats �gurentdans le tableau 4.3. Ils nous paraissent assez satisfaisants en 
e sens que le minimum appro
h�en'est pas trop �eloign�e du minimum exa
t.4.2.3 Comparaison de nos r�esultats ave
 
eux de C. MassatLe tableau 4.4 permet de 
omparer nos r�esultats (
olonne MV), en terme de nombred'�evaluations de la fon
tion, �a 
eux obtenus par C. Massat [50℄ (
olonne CM). Pour m�emoire,
ette derni�ere utilisait une m�ethode 
ombinant des id�ees issues des m�ethodes de des
ente,des algorithmes g�en�etiques et du re
uit simul�e.4.2.4 Exemples industrielsDans l'industrie p�etroli�ereIl s'agit du probl�eme d�e
rit dans le 
hapitre 3.Comme dans la majorit�e des 
as industriels, nous ne disposions pas de la fon
tion-obje
tif,mais uniquement de 812 mesures.Nous avons 
ommen
�e par 
onstruire un r�eseau (visualis�e dans la �gure 3.34 page 62)�a l'aide de toutes 
es donn�ees. C'est 
e mod�ele que nous avons utilis�e en guise de fon
tion-obje
tif dans la bou
le d'optimisation 4.1, que nous avons initialis�e ave
 un ensemble de 100
ouples d'apprentissage. Comme il est signi��e dans le tableau 4.5, nous n'avons eu besoinque de 12 �evaluations suppl�ementaires de la fon
tion-obje
tif pour aboutir �a un minimumqui a 
ompl�etement satisfait les ing�enieurs p�etroliers.Nb de 
ouples initial / total Sol exa
te Sol appro
h�ee100 / 112 (1, 1) (1.01245, 0.98270)Tab. 4.5 { R�esultats de l'optimisation pour le 
as p�etrole (Punq)



4.2R�esultatsnum�eriques
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Nb de 
ouples Solution SolutionFon
tion Domaine initial/total exa
te appro
h�eex2 + y2 �100 � x; y � 100 10 / 19 (0,0) (0.051421,0.07004)(x� 2)2 + (y � 2)2 �3 � x; y � 3 10 / 13 (2,2) (1.9929,1.99055)�sin(x� 3)(x� 3) � sin(y + 5)(y + 5) �3 � x � 8 9 / 30 (3,-5) (3.01209,-5.0002)�10 � y � 0�sin(x)(x) � sin(y + 2)(y + 2) �3 � x � 8 9 / 23 (0,2) (0.00319,-1.99695)�10 � y � 0(30 + x sin(x))(4 + e�y) 0 � x; y � 5 9 / 12 (5,5) (5,5)ex(4x2 + 2y2 + 4xy + 2y + 1) �1 � x; y � 1 9 / 12 (0.5,-1) (0.51352,-1)Goldstein[1 + (x + y + 1)2(19� 14x+ 3x2 � 14y + 6xy + 3y2)℄� �2 � x; y � 2 9 / 46 (0,-1) (-0.086046,-1.01584)[30 + (2x� 3y)2(18� 32x+ 12x2 + 48y � 36xy + 27y2)℄

Tab.4.1{R�esultatsd'optimisationpourdesfon
tionsendimension2



74
Apprentissagepourl'optimisation

Nb de 
ouples Solution SolutionFon
tion Domaine initial/total exa
te appro
h�eeHamma [31℄13x3 + y3 � x2 � y2 + 83 0 � x; y � 5 9 / 24 (2,2) (1.9994,2.00978)Rosenbro
k100(x2 + y2)2 + (1� x)2 �2 � x; y � 2 25 / 50 (1,1) (1.06197,1.12756)Branin(y � 5:14�2x2 + 5�x� 6)2+10(1� 18� ) 
os(x) + 10 �5 � x � 10 0 � y � 15 15 / 24 (9.425 , 2.425) (9.4399 , 2.4814)Freudenstein(�13 + x + ((15� y)y � 2)y)2 0 � x � 15 2 � y � 5 9 /20 (5,4) ( 5.049, 3.98)+(�29 + x+ ((y + 1)y � 14)y)2Griewankx2200 + y2200 � 
os( xp1) 
os( yp2) + 1 �100 � x; y � 100 10 / 13 (0,0) (-0.073,0.079)Rastriginx2 + y2 � 
os(18x)� 
os(18y) �1 � x; y � 1 10 / 20 (0,0) (-0.0152 , -0.0326)Chameau4x4 � 2110x4 + 13x6 + xy � 4y2 + 4y4 �1 � x; y � 1 15 / 30 (0.0898, 0.7126) (-0.0917, 0.7128)

Tab.4.2{R�esultatsd'optimisationpourdesfon
tionsendimension2(suite)



4.2R�esultatsnum�eriques
75

Nb de 
ouples Solution SolutionFon
tion Dim Domaine initial/total exa
te appro
h�ee(0.01606, 0.115235,P4i=1 x2i 4 �100 � xi � 100 30 / 38 (0, 0, 0, 0) 0.07596, 0.01757)(x1 + 10x2)2 + 5(x3 � x4)2+ (-0.02593, 0.05995,(x2 � 2x3)4 + 10(x1 � x4)4 4 �3 � xi � 3 20 / 50 (0, 0, 0, 0) 0.016419, -0.01721)(0, 0, 0 (0.08385, 0.08517, 0.00215,P6i=1 x2i 6 �100 � xi � 100 20 / 36 0, 0, 0) 0.00066, -0.03629, -0.016263)

Tab.4.3{R�esultatsd'optimisationpourdesfon
tionsendimensionsup�erieure



76 Apprentissage pour l'optimisation

Fon
tion Domaine MV CMChameau4x4 � 2110x4 + 13x6 + xy � 4y2 + 4y4 �1 � x; y � 1 30 94Goldstein[1 + (x + y + 1)2(19� 14x+ 3x2 � 14y + 6xy + 3y2)℄�[30 + (2x� 3y)2(18� 32x+ 12x2 + 48y � 36xy + 27y2)℄ �2 � x; y � 2 46 355(x1 + 10x2)2 + 5(x3 � x4)2+(x2 � 2x3)4 + 10(x1 � x4)4 �3 � xi � 3 50 700Branin(y � 5:14�2x2 + 5�x� 6)2 �5 � x � 10+10(1� 18� ) 
os(x) + 10 0 � y � 15 24 117Rastriginx2 + y2 � 
os(18x)� 
os(18y) �1 � x; y � 1 20 98Tab. 4.4 { Comparaison de nos r�esultats ave
 
eux de la th�ese de C. Massat



4.2 R�esultats num�eriques 77Dans l'industrie automobileUn autre exemple industriel est en 
ours d'�etude dans le domaine de l'optimisation deforme de pare-brise 
hez VALEO. L'essuyage d'un pare-brise est fortement in
uen
�e par laforme de la vitre et par l'orientation de l'axe de rotation du syst�eme d'essuyage. L'optimisa-tion de la forme de la vitre est don
 e�e
tu�ee en deux temps. La premi�ere �etape 
onsiste �aoptimiser, pour une vitre donn�ee, l'orientation de l'axe de rotation du syst�eme d'essuyage.Dans 
e 
ontexte, on a 3 variables ind�ependantes qui 
orrespondent �a des angles d'orienta-tion du balai et 6 
rit�eres globaux (3 pour le 
ôt�e passager et 3 pour le 
ot�e 
ondu
teur).Dans un se
ond temps, on pro
�ede �a l'optimisation de la forme du pare-brise. Cette fois, lesparam�etres d'entr�ee sont au nombre de 9 et 
orrespondent �a des points de 
ontrôle d'unemodi�
ation de surfa
e repr�esent�ee par un produit tensoriel de fon
tions splines. On apprendau r�eseau les di��erents 
rit�eres globaux. La fon
tion 
oût se pr�esente alors 
omme une sommepond�er�ee des di��erents 
rit�eres. Le le
teur int�eress�e pourra se r�ef�erer �a la th�ese de FabienMuradore [54℄.





Con
lusionNous avons 
ontribu�e par 
e travail �a une am�elioration des r�eseaux neuronaux. Cetteam�elioration 
omprend plusieurs aspe
ts. Le premier aspe
t est li�e �a la mise en oeuvred'une m�ethode de Gauss Newton pour l'apprentissage sans 
al
ul de ja
obienne. En e�et,en 
ombinant les modes dire
t et inverse de la di��erentiation automatique, nous �evitons le
al
ul de la ja
obienne, de son produit par sa transpos�ee et la fa
torisation de la matri
e ainsiobtenue. Cette m�ethode permet de r�eduire d'une mani�ere 
onsid�erable la m�emoire n�e
essaire,permettant ainsi le traitement de probl�emes d'apprentissage qui �etaient hors de port�ee parles m�ethodes 
lassiques.Une autre am�elioration 
on
erne la mâ�trise d'une te
hnique de r�egularisation qui per-met la g�en�eralisation (r�eponse exa
te du r�eseau neuronal sur des donn�ees non apprises). Lam�ethode de r�egularisation 
ommun�ement utilis�ee 
onsiste �a r�eduire le nombre de 
ellules
a
h�ees du r�eseau neuronal. Cette appro
he 
onduit malheureusement �a un mauvais appren-tissage. Nous proposons de 
ommen
er �a apprendre une partie des donn�ees (lot L1) sansr�egularisation pour s'assurer que le r�eseau 
omprend suÆsamment de neurones pour e�e
-tuer un apprentissage (par 
oeur). Ensuite, nous appliquons un 
ertain nombre de te
hniquesde r�egularisation :{ Gauss-Newton,{ Tikhonov, restreint au premier �etage du r�eseau,{ arrêt pr�ematur�e des it�erations de Gauss-Newton,{ r�edu
tion de nombre de neurones 
a
h�ees.de sorte �a minimiser le r�esidu sur les donn�ees non apprises (lot L2).En 
e qui 
on
erne l'optimisation, au lieu de minimiser une fon
tion 
oût 
omplexe d�e�niepar un 
ode (ou par des exp�erien
es 
oûteuses), nous proposons d'appliquer l'algorithmed'optimisation �a un mod�ele r�eduit d�e�ni par un r�eseau neuronal. Chaque fois que l'algorithmed'optimisation, appliqu�e au mod�ele, 
onverge, nous �evaluons la fon
tion 
oût 
omplexe aupoint optimal propos�e et nous demandons au r�eseau neuronal d'apprendre 
e nouveau point,... et
. Le pro
essus s'arrête au bout d'un 
ertain nombre d'it�erations. La su

�es 
onstat�ede la m�ethode (au plus 50 �evaluations de la fon
tion 
oût 
omplexe) est intimement li�e�a la mâ�trise de la m�ethode de r�egularisation. Remarquons que 
'est exa
tement le mêmealgorithme qui est appliqu�e �a des fon
tions de nature tr�es di��erentes : d'un 
ôt�e les fon
tionsde Griewank et de Rastrigin qui pr�esentent plusieurs minima lo
aux, de l'autre 
ôt�e lafon
tion de Rosenbro
k qui pr�esente des diÆ
ult�es li�ees �a son bassin d'attra
tion.
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