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mes collègues de Supélec pour la confiance qu’ils m’ont accordée en me proposant de travailler avec eux.
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Manuscrit compilé le 12 septembre 2005



2



Table des matières

Introduction 1
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4.1 Objectifs . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 103
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5.2.3 Covariances bandes . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 130
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6.3 Débitmétrie avec prise en compte d’a priori . . . . . . . . . . . . . . . . . . . . . . 199

6.3.1 Description du problème . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 199
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Introduction

Régression et modélisation comportementale

La prédiction linéaire de processus aléatoires est une méthode de régression utilisable avec des

données échantillonnées irrégulièrement. Elle est couramment utilisée en géostatistique sous l’ap-

pellation krigeage pour modéliser des phénomènes physiques définis spatialement (Matheron, 1963,

1973 ; Cressie, 1993 ; Stein, 1999). En dehors de la géostatistique, l’utilisation de processus aléa-

toires comme outil de régression non-linéaire a été abordée dans la théorie des splines (Kimeldorf

et Wahba, 1970a ; Wahba, 1990), en automatique (Bastin et Gevers, 1985) et dans le domaine de

la modélisation de simulations informatiques (Sacks et al., 1989), mais est toutefois restée confinée.

L’une des raisons possibles de cette situation est que sa mise en œuvre nécessite des opérations

matricielles dont le coût algorithmique crôıt proportionnellement au cube du nombre des données

manipulées. Si cela a pu constituer un frein à son utilisation dans le passé, la puissance de calcul

disponible depuis quelques années permet de considérer des problèmes avec plusieurs milliers de

données. Si on les compare à d’autres méthodes comme les réseaux de neurones artificiels, les

modèles par processus gaussiens offrent des avantages de simplicité conceptuelle et de flexibilité,

et sont susceptibles de produire des approximations de fonction d’une qualité supérieure pour un

coût algorithmique plus bas. Dans la seconde moitié des années 1990, on constate deux évolutions.

La première est l’apparition des méthodes de régression à vecteurs de support (Vapnik et al., 1997 ;

Smola, 1998) dont le principe repose sur la théorie des espaces hilbertiens à noyau reproduisant.

Les méthodes de régression à noyaux reproduisants, dont les splines mentionnées ci-dessus, pos-

sèdent des liens étroits avec la théorie des processus aléatoires gaussiens, dont certains sont établis

depuis les années 1960 (Parzen, 1962, 1963 ; Kimeldorf et Wahba, 1970a,b). La seconde évolution

est la réapparition du krigeage sous une formulation bayésienne (Williams, 1997 ; Neal, 1997), sans

référence d’ailleurs à la géostatistique. Ces méthodes commencent à être diffusées et appliquées

dans des domaines tels que l’identification de systèmes dynamiques à temps discret (Girard et al.,

2003).

La thèse présentée dans ce mémoire porte sur l’utilisation du krigeage et des méthodes à noyaux

pour la modélisation de processus ou de systèmes artificiels, par exemple pour des tâches de concep-

tion, de commande ou de diagnostic1. L’étape de modélisation d’un processus ou d’un système

est fondamentale mais souvent délicate. Les connaissances a priori ne permettent pas toujours

d’établir un modèle physique. Même quand ces connaissances sont disponibles, on renonce parfois

à établir des liens directs avec la physique car les problèmes posés sont de trop grande complexité.

1(Sacks et al., 1989) a largement contribué à notre réflexion initiale.
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Cette complexité peut tenir à la dimension de l’espace d’état, à la nature du couplage entre les

variables, à la nature des non-linéarités, et au coût algorithmique qui peut s’avérer incompatible

avec l’usage prévu. On peut alors essayer des techniques analysant la dépendance entre les entrées

(que nous appellerons facteurs) et des variables de sortie pertinentes, sans s’appuyer sur les lois

de la physique gouvernant le système à modéliser. On parle alors de modèles comportementaux

ou bôıte noire. Ces modèles permettent d’effectuer des prédictions sur des caractéristiques non

mesurées du système, comme la valeur de la sortie ou de ses dérivées en un point de l’espace des

facteurs où aucune expérience n’a été conduite.

La modélisation comportementale des systèmes statiques est un problème d’interpolation ou

d’approximation de fonctions à partir de données non nécessairement uniformément échantillon-

nées. Les systèmes dynamiques, qui ne sont pas abordés dans ce mémoire, peuvent être traités

par des modèles comportementaux à temps discret autorégressifs dans lesquels intervient le même

problème d’interpolation ou d’approximation de fonction. Dans ce travail, nous nous intéressons

aux méthodes d’interpolation et d’approximation par prédiction linéaire de processus aléatoires et

par régression régularisée dans des espaces hilbertiens à noyau reproduisant. Ces deux méthodes,

dont nous verrons qu’elles sont pour l’essentiel identiques, permettent de construire des modèles

comportementaux possédant plusieurs entrées et plusieurs sorties, éventuellement corrélées.

Objectifs et organisation du mémoire

Nous proposons ici une synthèse sur la modélisation bôıte noire par processus gaussiens et par

régression régularisée par des normes d’espaces à noyau reproduisant. Cette synthèse fait appel à

des résultats obtenus dans des domaines très variés. Notre présentation s’inspire de la géostatistique

(Matheron, 1971b, 1973 ; Chilès et Delfiner, 1999), de la théorie des processus aléatoires (Doob,

1953 ; Rozanov, 1967 ; Ibragimov et Rozanov, 1978 ; Brockwell et Davis, 1987), des statistiques

(Huber, 1981 ; Stein, 1999), de la théorie des splines (Wahba, 1990), de l’analyse fonctionnelle

(Mallat, 1999 ; Aubin, 2000), de la théorie de l’apprentissage (Vapnik, 1995 ; Schölkopf et Smola,

2002), etc. Un de nos objectifs est de faciliter l’accès à ces connaissances en les présentant dans un

cadre unifié. Le sujet étant bien sûr très vaste, de nombreux points intéressants ne pourront pas être

mentionnés. Par exemple, les développements récents dans la théorie statistique de l’apprentissage

sur les bornes d’erreur de généralisation ne seront pas du tout mentionnés (Vapnik, 1995 ; Smola,

1998).

Nous plaçons le krigeage au centre de notre présentation pour deux raisons. D’une part parce

que c’est l’une des premières utilisations de la théorie de la prédiction linéaire en réponse à des

problèmes réels et en cela, l’apport de la géostatistique au problème de modélisation comporte-

mentale est essentiel. D’autre part, le point de vue probabiliste ainsi adopté est très utile pour

comprendre en quoi le choix du noyau est important. Trop souvent, en effet, les noyaux sont

choisis a priori, de type radial gaussien par exemple, indépendamment de la nature des données

observées. En géostatistique au contraire, la phase de prédiction est toujours précédée d’une phase

d’analyse des données observées dont l’objectif est de choisir une covariance aussi adaptée que

possible à la physique du phénomène étudié. Cependant, nous nous éloignons de la présentation

traditionnelle de la géostatistique afin de présenter les méthodes à noyaux dans un cadre unifié.

Notre étude s’attache aux principaux aspects mathématiques de ces méthodes et aux questions de
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mise en œuvre, avec notamment les problèmes liés aux choix du noyau reproduisant. Une place

non négligeable est également consacrée à l’illustration de ces méthodes par des applications à des

problèmes réels.

Le chapitre 1 constitue une introduction à la modélisation de type bôıte noire, destinée à

faciliter la lecture du mémoire. Le principe de régression régularisée dans les espaces à noyau

reproduisant y est rappelé, ainsi que des notions classiques concernant la théorie du krigeage.

La littérature consacrée aux processus aléatoires et à leur prédiction est très riche. Au cours

du chapitre 2, nous rappelons quelques propriétés mathématiques de ces processus, puis le prin-

cipe de prédiction linéaire que nous présentons d’abord sous sa forme la plus élémentaire, c’est-à-

dire lorsque la structure du second ordre des processus aléatoires est supposée connue. L’objectif

de ce chapitre est de donner les éléments essentiels à une bonne compréhension du krigeage, ce qui

demande parfois de rentrer dans des aspects mathématiques relativement avancés. Nous rappelons

également la notion de variables aléatoires à valeurs dans un espace hilbertien. Ceci permettra de

définir au chapitre 3 des processus aléatoires à trajectoires dans des espaces hilbertiens à noyau

reproduisant.

Le chapitre 3 couvre les notions importantes sur les espaces hilbertiens à noyau reproduisant,

dont le rôle est central dans la théorie de l’approximation de fonctions. Nous abordons ensuite

la régression régularisée dans ces espaces et rappelons le théorème fondamental du représentant.

La régression à vecteurs de support (à plusieurs facteurs et une seule sortie) est une application

désormais bien connue de ce théorème. Nous rappelons rapidement ce type de régression avant de

proposer une extension au cas de plusieurs sorties corrélées.

Dans les applications, il n’est généralement pas réaliste de supposer connue la moyenne du

processus aléatoire qui modélise un système. Pour cette raison, nous consacrons le chapitre 4

aux processus aléatoires intrinsèques, qui s’écrivent de manière informelle comme la somme d’un

processus aléatoire de moyenne nulle et d’une fonction linéairement paramétrée inconnue. Nous

rappelons la formulation du krigeage intrinsèque pour prédire de tels processus aléatoires intrin-

sèques. Une caractéristique importante de cette prédiction est que la partie paramétrique du

processus aléatoire intrinsèque n’est pas régularisée. Cette propriété fournit un moyen efficace

d’incorporer de l’information a priori dans un modèle bôıte noire. Nous étendons le krigeage in-

trinsèque à la prédiction de dérivées, dont il nous semble que la formalisation n’avait jamais été

publiée.

Le chapitre 5 aborde le problème du choix de noyau. Notre objectif est d’abord de mieux

comprendre quels sont les paramètres d’un noyau qui influent sur la qualité d’une prédiction.

L’enjeu est important puisqu’un choix de noyau inadapté peut conduire à des prédicteurs inef-

ficaces, comme cela sera constaté dans le chapitre 6. D’un point de vue théorique, cette partie

utilise principalement des résultats de statistique de la littérature, que nous illustrerons par des

expériences numériques. Le choix d’une structure de covariance adaptée aux données est généra-

lement suivi d’une phase d’estimation de paramètres. Nous passons en revue différentes méthodes

d’estimation utilisables en pratique, en accordant une place privilégiée à la méthode du maximum

de vraisemblance.

Le chapitre 6 présente des applications. Ce chapitre constitue une partie importante de notre

travail dans laquelle nous tentons d’évaluer la pertinence pratique des méthodes étudiées. Nous

avons choisi d’insister sur les aspects méthodologiques, ce qui nous conduit à ne pas rentrer dans
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les détails des problèmes réels traités. Nous essayons enfin de dégager les points communs de ces

applications et soulignons les difficultés fréquemment rencontrées tout en suggérant des approches

pour y faire face.



Chapitre 1

Modèles statiques bôıte noire

Résumé — Ce chapitre présente une introduction élémentaire à la modélisation de type

bôıte noire des systèmes à plusieurs entrées et plusieurs sorties. Il rappelle et utilise la notion de

régression régularisée dans les espaces à noyau reproduisant. Une place particulière est accordée

à la théorie du krigeage, qui nous semble occuper un rôle fondamental parmi les méthodes de

régression régularisée et faciliter le choix d’un noyau pour un système donné. Dans la théorie du

krigeage, en effet, le noyau reproduisant est vu comme une fonction de covariance qui décrit le

comportement de ce système.

1.1 Modélisation bôıte noire d’un système

La présentation proposée dans ce chapitre introductif se veut simple et didactique, et adopte

le point de vue de l’identification de systèmes statiques. Les systèmes dynamiques, qui ne sont

pas abordés dans ce mémoire, peuvent être traités en considérant par exemple des modèles auto-

régressifs à temps discret du type yt+1 = f(yt, yt−1, . . . , yt−m+1, ut, ut−1, . . . , ut−p+1) où yt est la

sortie du système au temps t et ut est la commande du système au temps t. Ce type de modèle est

formellement identique à un système statique comportant une sortie et m+ p entrées. Nous pen-

sons toutefois que l’utilisation de tels modèles dans des applications réelles nécessite une réflexion

théorique supplémentaire (par exemple, (Girard et al., 2003) s’intéresse à la propagation des in-

certitudes dans les modèles dynamiques à temps discret) qui pourra être envisagée comme une des

perspectives de continuation de ce travail. Nous commençons par des notions de régression régu-

larisée et d’espace de Hilbert à noyau reproduisant, point de départ essentiel. Nous accordons une

place particulière à la théorie du krigeage qui offre des avantages sur lesquels nous insisterons et

dont l’utilisation s’avère particulièrement simple. Les géostatisticiens utilisent couramment cette

méthode pour modéliser des phénomènes de nature spatiale (Cressie, 1993 ; Chilès et Delfiner,

1999). Rappelons que le nom de la méthode a été choisi par le mathématicien français Georges

Matheron (Matheron, 1963) qui a repris et formalisé dans les années soixante les travaux de Krige

(Krige, 1951). (La traduction anglaise de krigeage est Kriging.)
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Nous considérerons un système sous forme d’une fonction vectorielle multivariable f ∗ : Rd →
Rq. Dans un premier temps, nous supposerons que ce système n’a qu’une seule sortie (q = 1). Le

terme facteur sera employé pour désigner une entrée quelconque du système, un facteur pouvant

être n’importe quelle grandeur caractérisant ses conditions d’opération. Nous noterons x ∈ Rd

le vecteur des facteurs. L’objectif de la modélisation est d’approximer de manière pertinente la

ou les sorties f∗(x) du système. Lorsque celui-ci est complexe, et que son analyse à partir des

équations de la physique se révèle trop compliquée pour aboutir à un modèle de connaissance, une

solution est d’en établir un modèle bôıte noire. Celui-ci est construit à partir d’un ensemble de

données correspondant à des observations des sorties f obs
xi

associées à un ensemble de vecteurs de

facteurs connus xi, i = 1, . . . , n. Notons qu’en raison du bruit d’observation généralement présent,

fobs
xi

6= f∗(xi).

Une approche des plus simples de la modélisation bôıte noire est l’approximation linéaire du

système dans une région de l’espace des facteurs, par exemple autour d’un point de fonctionnement.

Dans le cas q = 1, on cherche alors une approximation du type f(x) = bTx+b0. Cette démarche est

justifiée par la possibilité d’approximer localement une fonction non-linéaire par un développement

de Taylor à l’ordre 1. Le vecteur b et le scalaire b0 constituent les paramètres du modèle et

doivent être estimés à partir des données observées. Plusieurs méthodes peuvent être envisagées,

la méthode des moindres carrés étant sans aucun doute la plus utilisée. Elle minimise le coût

J(b, b0) =

n∑

i=1

(fobs
xi

− bTxi − b0)
2 .

Il est possible d’étendre cette formulation en incorporant des fonctions non-linéaires en x dans le

modèle, habituellement des termes polynomiaux. L’approximation aura alors la forme

f(x) = bTr(x) . (1.1)

On peut ainsi rendre compte de comportements non-linéaires autour d’un point de fonctionnement

ou modéliser les tendances globales du système.

1.2 Prédiction par régression régularisée

Le nombre de paramètres du modèle (1.1) crôıt rapidement avec la dimension d de l’espace

des facteurs (un polynôme complet de degré l à d indéterminées comporte Cdd+l termes). Or un

grand nombre de termes paramétriques conduit la plupart du temps à un problème d’estimation

mal posé et à des instabilités numériques. Dans la méthode des moindres carrés, calculer le condi-

tionnement de la matrice R = (r(x1) · · · r(xn)) permet de le vérifier. Si le problème est mal posé,

la solution classique consiste à adapter la méthode des moindres carrés en incorporant un terme

de régularisation à la fonction coût. Le problème régularisé peut par exemple être formulé comme

Minimiser le critère régularisé

J(b) = C‖b‖2
2 +

n∑

i=1

(fobs
xi

− bTr(xi))
2 ,

(1.2)
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qui pénalise les grandes valeurs des composantes de b et où la constante positive C permet de

contrôler le compromis entre régularisation et attache aux données.

Dans ce type de modèle paramétrique, la différence entre les données observées et l’approxima-

tion n’est pas nécessairement liée au bruit d’observation, car imposer une structure paramétrique

de faible dimension pour le modèle conduit nécessairement à une capacité d’approximation limitée.

Ainsi, si la dimension de b est faible, même si le bruit d’observation est négligeable, le modèle ne

redonne pas les valeurs observées pour les sorties du système mais les approxime. Il est de même

souvent difficile d’obtenir un modèle paramétrique capable de suivre les principales tendances du

système tout en rendant localement compte des variations autour d’un point de fonctionnement.

Une solution théoriquement envisageable serait d’augmenter la dimension de b en ajoutant autant

de termes paramétriques que nécessaire. Cette solution conduit cependant à des approximations

très irrégulières, avec des variations non désirées entre les points observés. Pour contrôler la régu-

larité de l’approximation, il est possible de pénaliser les comportements irréguliers. Ceci complique

la mise en œuvre, et on se restreint donc à des modèles de taille limitée. Il est cependant possible,

comme nous le verrons dans la section qui suit, de construire des modèles mieux adaptés en par-

tant de (1.1) et (1.2) grâce au concept de noyaux reproduisants. La régularité de l’approximation

sera alors contrôlée par le choix du noyau.

1.3 Régression régularisée dans les espaces de Hilbert à

noyau reproduisant

1.3.1 Mise en place du formalisme

Remarquons que la solution du problème d’optimisation sans contrainte (1.2) doit satisfaire la

condition ∂J
∂b

= 0, ce qui implique

b̂ =
1

C

n∑

i=1

(fobs
xi

− b̂Tr(xi))r(xi) .

Il existe par conséquent des scalaires âi tels que

b̂ =

n∑

i=1

âir(xi) .

La formulation (1.1), (1.2) est équivalente à chercher f̂ sous la forme f(x) =
∑
i ai(r(xi), r(x)),

où (., .) est le produit scalaire dans Rl, en minimisant

J(ai, i = 1, . . . , n) = C

∥∥∥∥
n∑

i=1

air(xi)

∥∥∥∥
2

+

n∑

i=1

(fobs
xi

− f(xi))
2 .

Comme le problème est quadratique, les âi optimaux s’obtiennent simplement. De plus,

∥∥∥∥
n∑

i=1

air(xi)

∥∥∥∥
2

=
∑

i,j

ai(r(xi), r(xj))aj ,
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de sorte que le nouveau problème régularisé s’exprime uniquement en fonction des produits sca-

laires k(xi,xj) = (r(xi), r(xj)), où k(., .) est une fonction appelée par la suite noyau reproduisant.

Cette remarque est fondamentale parce qu’il devient possible de se donner a priori un produit sca-

laire sous la forme k(x,y) sans avoir à évaluer les objets r(xi).

La famille de vecteurs {r(x) ∈ Rl,x ∈ Rd} génère un espace F ⊆ Rl auquel b̂ appartient.

Cet espace F est appelé l’espace des caractéristiques (feature space en anglais). Si F est de petite

dimension, la capacité d’approximation du modèle est limitée. Toute la suite va être consacrée à

voir comment on peut aisément augmenter la dimension de F . Remarquons que l’on peut identifier

F à un espace de fonctions puisqu’à tout élément b =
∑n

i=1 air(xi) ∈ F correspond une fonction

définie par

∀x ∈ Rd, f(x) = (r(x),
n∑

i=1

air(xi)) .

(Nous utilisons par la suite la notation f ≡ b pour rappeler la propriété d’identification.) Dans F ,

on définit une norme par

‖f‖2
F = ‖b‖2

2 =

n∑

i,j=1

ai(r(xi), r(xj))aj .

Remarquons aussi le rôle particulier joué par r(x) qui permet d’évaluer toute fonction de F
en un point x en formant le produit scalaire f(x) = (r(x), b). Il est donc possible d’identifier

r(x) à l’opérateur d’évaluation f 7→ f(x), que nous noterons δx par la suite. Cet opérateur

d’évaluation ponctuelle est linéaire et continu en raison des propriétés du produit scalaire. Le fait

que (r(y), r(x)) = (r(x), r(y)) = k(x,y), ∀y, entrâıne que l’on peut identifier r(x) et la fonction

k(x, .) et que k(x, .) ∈ F .

L’objectif fixé peut maintenant être atteint, puisqu’il est possible de se donner a priori un

produit scalaire k(x,y) et que le vecteur des caractéristiques r(x) ≡ k(x, .) n’a pas besoin d’être

évalué lors de la minimisation de (1.2), ce qui est particulièrement intéressant s’il s’agit d’un

vecteur de très grande dimension. Par la suite, r(x) sera d’ailleurs vu non plus comme un vecteur

de dimension fini, mais comme une fonction (en tant que vecteur de dimension infini). L’espace des

caractéristiques F , engendré par les combinaisons linéaires f =
∑
i aik(xi, .), sera alors lui aussi

de dimension infinie. Les fonctions de F seront évaluées en un point x en formant leur produit

scalaire avec k(x, .).

1.3.2 Principales propriétés des espaces à noyau reproduisant

Dans cette section, les principaux résultats concernant les espaces de Hilbert à noyau reprodui-

sant sont rappelés de manière informelle. Ces résultats sont très classiques et le lecteur les trouvera

dans de nombreux ouvrages consacrés à l’analyse fonctionnelle (par exemple (Yosida, 1980)). Par

définition, une fonction k : X × X → R est dite noyau reproduisant d’un espace hilbertien F de

fonctions sur X ⊂ Rd, muni du produit scalaire (·, ·)F , si toute fonction f de F vérifie la propriété

f(x) = (k(x, .), f)F . (1.3)

Cette définition suppose implicitement que la fonction k(x, .) appartient à F . Elle explique l’emploi

à la section précédente du terme noyau reproduisant de F pour k(x, .) ≡ r(x).
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Si k est un noyau reproduisant, en prenant f = k(y, .), et par symétrie du produit scalaire on

obtient une première propriété importante :

k(y,x) = (k(x, .), k(y, .)F = k(x,y) .

Puisque k(x,y) est un produit scalaire, c’est une fonction de type positif, c’est-à-dire que si

f =
∑n

i=1 aik(xi, .) alors
∑

i,j aiajk(xi,xj) = ‖f‖2
F ≥ 0. La deuxième propriété importante est

que l’espace vectoriel F̃ engendré par les fonctions k(x, .) lorsque x parcourt X est dense dans F .

Il est naturel de se demander à quelles conditions un espace hilbertien de fonctions sur X admet

un noyau reproduisant. Le résultat classique est qu’un espace F de fonctions f : X → R admet un

noyau reproduisant si et seulement si

∀x ∈ X, ∃Mx ≥ 0 tel que |f(x)| ≤Mx‖f‖F , ∀f ∈ F . (1.4)

Rappelons que δx désigne la forme linéaire f 7→ f(x). La condition (1.4) exprime que cette

forme linéaire est continue sur F . Cette condition est assez forte, mais souvent le problème de

savoir si elle est vérifiée ne se pose pas. On choisit en effet fréquemment d’abord un noyau, ce

qui détermine implicitement l’espace de fonctions engendré. (Dans le cas des splines, cependant,

l’espace de fonctions est construit en premier.)

Le dernier résultat important que nous mentionnerons est le théorème de représentation (Ki-

meldorf et Wahba, 1971). Ce théorème fondamental explicite la forme du minimiseur pour une

version généralisée du problème (1.2). Soit F un espace hilbertien à noyau reproduisant, on

cherche f̂ ∈ F qui minimise

C‖f‖2
F +

n∑

i=1

l(fobs
xi

, f(xi)) , (1.5)

où l est convexe en f . Alors f̂ admet la représentation

f̂(.) =

n∑

i=1

âik(xi, .) , (1.6)

et (1.6) substitué dans (1.5) permet de calculer la fonction optimale par optimisation numérique

dans un espace de dimension finie. Ce théorème montre que même si F est un espace de dimension

infinie, la solution est toujours dans l’espace vectoriel de dimension finie engendré par les k(xi, .),

i = 1, . . . , n et peut donc être explicitée.

Les applications de ce théorème concernent non seulement le problème de régression en di-

mension finie vu plus haut, mais aussi les splines (Schoenberg, 1964 ; Wahba, 1990 ; Kybic et al.,

2002), qui sont les solutions d’un problème régularisé, l’approximation par fonctions de base ra-

diales (Micchelli, 1986 ; Powell, 1987), ainsi que les méthodes à vecteurs de support plus récemment

développées (Vapnik, 1995 ; Schölkopf et Smola, 2002). Dans tout problème de régression régulari-

sée, le choix du noyau reproduisant caractérise l’espace F et donc les propriétés de l’approximation

ou du modèle bôıte noire. Il est donc important de choisir ce noyau correctement. Nous pensons

que ce choix est facilité en adoptant le point de vue de la modélisation par processus aléatoires,

où le noyau est vu comme une fonction de covariance.
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1.4 Modélisation par processus aléatoires

1.4.1 Processus aléatoires et krigeage

Les principes de la prédiction linéaire de processus aléatoires (ou krigeage) sont très sommaire-

ment présentés dans cette section, et nous montrerons dans la suivante que cette prédiction peut

être vue comme une régression régularisée. Le système (supposé déterministe) est maintenant mo-

délisé par un processus aléatoire noté F (x). Ainsi, les données observées seront considérées comme

des réalisations des variables aléatoires F (xi). Si en outre la sortie est corrompue par un bruit de

mesure additif, ce bruit est modélisé par des variables aléatoires indépendantes Ni. Pour simplifier

la présentation, nous supposerons ici le bruit négligeable. La variable aléatoire F (x) modélise donc

l’incertitude sur la sortie qui n’a pas été observée. Cependant la connaissance d’observations au

voisinage de x est susceptible de faire diminuer cette incertitude. En effet, si on a effectué une

observation au point xi, on s’attend à ce que la valeur de la sortie ne change pas brusquement si

le vecteur des facteurs reste au voisinage de xi. Cette hypothèse se traduit par l’existence d’une

corrélation entre les variables aléatoires F (x) et F (xi), i = 1, . . . , n. Si cette corrélation peut être

déterminée, soit par analyse des données, soit d’après une connaissance a priori, il est possible

de prédire F (x) en fonction des F (xi). Pour effectuer cette prédiction, les hypothèses sur F (x)

doivent être précisées.

Nous supposerons que F (x) est un processus du second ordre, c’est-à-dire que la variance de

F (x) est finie pour tout x. Nous supposerons aussi connues la moyenne de F (x), ainsi que sa fonc-

tion de covariance. (L’hypothèse de connaissance de la moyenne sera assouplie plus loin.) Puisque

la moyenne est supposée connue, elle peut être soustraite, et il est donc possible de considérer

uniquement des processus F (x) à moyenne nulle. F (x) est alors essentiellement caractérisé par sa

fonction de covariance k(x,y) = Cov[F (x), F (y)] = E[F (x)F (y)]. Rappelons que E[XY ] définit

un produit scalaire dans l’espace des variables aléatoires de variance finie L2(Ω,A, P ) ; k(x,y)

sera donc vu plus loin comme un produit scalaire.

La méthode la plus simple pour prédire F (x) est de calculer la meilleure projection linéaire

F̂ (x) de F (x) sur l’espace HS généré par les variables aléatoires observées F (xi), i = 1, . . . , n.

Ceci correspond à la formulation du krigeage, et signifie que l’on cherche un prédicteur linéaire

F̂ (x) =
∑

i λ̂i,xF (xi) tel que Var(F̂ (x) − F (x)) = ‖F̂ (x) − F (x)‖2 soit minimum ou, de manière

équivalente puisque la meilleure prédiction linéaire est la projection orthogonale sur HS , tel que

(F̂ (x) − F (x), F (xi)) = Cov[F̂ (x) − F (x), F (xi)]

= 0 , ∀i ∈ {1, . . . , n} .
(1.7)

En remplaçant F̂ (x) par son expression en fonction des F (xi), on vérifie que le vecteur λ̂x =

(λ̂1,x, . . . , λ̂n,x)T est solution du système linéaire

Kλ̂x = kx , (1.8)

où K est la matrice des covariances k(xi,xj) et kx est le vecteur des covariances k(x,xi). La

matrice K est en principe de rang plein. Cependant, notamment lorsque certaines observations

sont très rapprochées, cette matrice devient en général mal conditionnée et le calcul de λ̂x doit

être fait avec précaution, par exemple à partir d’une décomposition en valeurs singulières tronquée

de K.



1.4 Modélisation par processus aléatoires 11

Notons que le prédicteur obtenu est sans biais, puisque la moyenne de F (x) est connue. Lors-

qu’il existe i tel que x = xi, la meilleure prédiction linéaire en l’absence de bruit de mesure est

naturellement F̂ (xi) = F (xi). Par conséquent, si on observe une sortie en un point de l’espace des

facteurs, alors la prédiction est égale à cette observation. Le krigeage réalise donc une interpolation

des sorties mesurées sur le système, utilisable comme modèle bôıte noire construit, comme dans la

section 1.1, à partir d’observations antérieures. Nous verrons plus loin que la prédiction obtenue

par krigeage équivaut en fait à une régression régularisée. On peut également calculer la variance

de l’erreur de prédiction, obtenue simplement par la relation de Pythagore

Var(F̂ (x) − F (x)) = VarF (x) − Var F̂ (x)

= k(x,x) − λ̂T

xKλ̂x

= k(x,x) − kx
TK−1kx .

(1.9)

Il est ainsi possible d’évaluer l’incertitude associée à la prédiction obtenue en x. Une illustration est

présentée sur la figure 1.1, qui représente l’interpolation de données en dimension 1 et pour laquelle

on donne des intervalles de confiances calculés à partir de la variance de l’erreur de prédiction. Dans

ce cadre probabiliste, une autre approche pourrait en principe être envisagée pour prédire la sortie

du système. Il serait en effet possible de simuler F (x) conditionnellement aux données observées,

ce qui est également montré sur la figure 3.1. Il existe évidemment une infinité de trajectoires

possibles, ce qui justifie le calcul de la meilleure prédiction linéaire. Cependant, les simulations

conditionnelles restent parfois utiles, notamment lorsque l’on s’intéresse à des traitements non-

linéaires, comme la prédiction d’un seuillage.

 0.5

 1

 1.5

 2

 2.5

 3

 0  0.2  0.4  0.6  0.8  1

Fig. 1.1 – Exemple en dimension 1. Les observations matérialisées par les carrés sont interpolées

par la courbe en trait gras continu obtenue par krigeage. Les courbes en pointillés représentent les

intervalles de confiance à 95% pour la prédiction. L’incertitude augmente loin des observations.

Les courbes en traits fins continus sont des simulations conditionnelles, qui sont également des

interpolations. Le krigeage réalise une moyenne de ces trajectoires.

Avant de conclure cette section, remarquons que la prédiction linéaire est construite unique-

ment à partir des propriétés du second ordre de F (x). Rappelons que si F (x) est un processus
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aléatoire gaussien, c’est-à-dire lorsque ∀n ∈ N, ∀{x1, . . . ,xn} et ∀{λ1, . . . , λn},
∑n
i=1 λiF (xi) est

une variable aléatoire de distribution gaussienne, alors la prédiction linéaire est optimale (il s’agit

de l’espérance de F (x) conditionnellement aux variables aléatoires observées). Si le processus est

loin d’être gaussien, la prédiction linéaire peut ne pas être adaptée, et des méthodes spécifiques

peuvent alors être utilisées (voir le krigeage non-linéaire dans (Chilès et Delfiner, 1999)).

1.4.2 Liens avec la régression régularisée

Des analogies entre régression régularisée et krigeage sont peut-être déjà apparues au lecteur

dans la section précédente. Nous précisons maintenant ces analogies et rappelons un résultat

classique sur l’équivalence entre krigeage et régression régularisée. Il est possible d’aller directement

à la conclusion de cette section en première lecture.

Les analogies entre ces méthodes proviennent essentiellement du fait qu’elles utilisent des es-

paces de structure identique. Trois espaces isométriques peuvent ainsi être considérés.

Soit d’abord le processus aléatoire à moyenne nulle F (x) : Rd → L2(Ω,A, P ). Soit H, l’espace

complété du sous-espace de L2(Ω,A, P ) engendré par F (x), x ∈ Rd, muni du produit scalaire

(X,Y )H = E[XY ]. La fonction k(x,y), définie comme la covariance de F (x) et F (y), permet de

calculer les produits scalaires des éléments de H puisque

(
∑

i

λiF (xi),
∑

j

µjF (xj))H =
∑

i,j

λik(xi,xj)µj .

Considérons ensuite Λ̃ l’espace vectoriel des mesures à support fini sur Rd. Les éléments de Λ̃

seront notés λ =
∑

i λiδxi . On prolonge F (x) sur Λ̃ en définissant l’application linéaire

F : Λ̃ → H
λ =

∑
i λiδxi 7→ F (λ) =

∑
i λiF (xi) .

(1.10)

Cette application est injective si et seulement si la fonction k(., .) est définie positive, ce que nous

supposerons. Dans Λ̃, on considère le produit scalaire (λ, µ)Λ̃ = (F (λ), F (µ))H. En particulier,

(δx, δy)Λ̃ = k(x,y). Notons Λ le complété de Λ̃ par rapport à ce produit scalaire. F est alors une

isométrie bijective entre Λ et H.

Considérons enfin Λ comme le dual topologique d’un espace hilbertien de fonctions F , c’est-à-

dire comme l’ensemble des formes linéaires continues sur F . Puisque δx ∈ Λ, F est par construction

un espace de Hilbert à noyau reproduisant car (1.4) est vérifiée. On sait alors, d’après ce qui

précède, que le noyau de F est k(x,y), la fonction de covariance de F (x), et que F est engendré

par ce noyau. En conclusion, Λ, F et H possèdent le même produit scalaire et on peut s’attendre

à ce que, pour une fonction de covariance donnée k(x,y), la prédiction par krigeage du processus

aléatoire F (x) et la régression régularisée à noyau k(x,y) soient équivalentes.

Ces résultats d’équivalence ont été démontrés dans (Kimeldorf et Wahba, 1970a,b) et (Mathe-

ron, 1981). En l’absence de bruit d’observation, le critère de régression régularisée correspondant

à (1.5) peut être modifié pour obtenir une interpolation équivalente au krigeage, en disant que

l’on minimise ‖f‖2
F sous les contraintes

f(xi) = fobs
xi

, ∀i ∈ {1, . . . , n} . (1.11)
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Sans donner ici la preuve de cette équivalence, remarquons simplement comme point de départ

que les contraintes (1.11) peuvent être réécrites

(k(xi, .), f − fobs)F = 0 , ∀i ,

où fobs ∈ F est la fonction générant les données observées. C’est donc l’orthogonalité de f − f obs

avec l’espace FS = vect{k(x1, .), . . . , k(xn, .)} qui ressemble à la condition F̂ (x)−F (x) ⊥ HS vue

plus haut. Nous présenterons à la section suivante le cas du krigeage avec bruit et verrons que la

prédiction obtenue est alors équivalente à la solution du problème (1.5).

Quel que soit le point de vue adopté, le concept de noyau reproduisant occupe un rôle essentiel.

Il est possible de partir d’un espace hilbertien de fonctions, par exemple en spécifiant une norme,

ou en explicitant un vecteur de caractéristiques r(x), et d’en déduire le noyau reproduisant corres-

pondant. Il est aussi possible de se donner arbitrairement un noyau. Cependant, choisir un noyau

adapté à des données observées peut s’avérer délicat. Nous pensons que l’avantage du point de vue

probabiliste est qu’il donne des outils statistiques pour choisir un noyau à partir des observations

(voir la section 1.5).

1.4.3 Autres formes de krigeage

Dans cette section nous rappelons comment on peut adapter le krigeage pour obtenir des

modèles de type bôıte noire lorsque les observations sont bruitées. Nous montrons ensuite comment

modéliser des systèmes à plusieurs sorties corrélées. Nous indiquons enfin ce qu’il faut faire lorsque

la moyenne du processus est inconnue.

Prise en compte du bruit d’observation

Nous avons vu que le krigeage est une prédiction linéaire optimale, c’est à dire que l’on projette

F (x) (toujours supposé à moyenne nulle pour l’instant) sur l’espace HS des variables aléatoires

F (xi). Il est naturel d’étendre cette formulation au cas où l’on projette sur d’autres variables

aléatoires que les F (xi). Par exemple, si la sortie est corrompue par un bruit blanc additif centré

N de variance σ2
N , les variables aléatoires observées sont F obs(xi) = F (xi) +N . On cherche alors

le prédicteur F̂ (x) =
∑n

i=1 λi,xF
obs(xi) tel que (F̂ (x) − F (x), F obs(xi)) = 0, ∀i ∈ {1, . . . , n}. La

covariance de F obs(xi) et F obs(xj) est k(xi,xj) + σ2
N si xi = xj , et k(xi,xj) sinon. Le système

linéaire à résoudre devient

(K + σ2
NIn)λ̂x = kx ,

où In est la matrice identité.

Système à plusieurs sorties corrélées

Considérerons maintenant un système à plusieurs sorties. Soit Fα(x), un processus aléatoire

modélisant la sortie indicée α du système. Connaissant les covariances et inter-covariances des

processus aléatoires

kα,β(x,y) = Cov[Fα(x), Fβ(y)] ,

on peut prédire par projection orthogonale n’importe quelle sortie ou combinaison linéaire de ces

sorties en fonction d’observations Fαi(xi). Les méthodes permettant de choisir les covariances et
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les inter-covariances sont les mêmes que pour des covariances simples (voir la section 1.5). Notons

que l’on peut écrire formellement kα,β(x,y) = k([α x], [β y]), ce qui revient à considérer que

l’on ajoute un facteur supplémentaire dont la valeur indice la sortie du système. En conséquence,

l’ensemble des covariances et inter-covariances peut être considéré comme un noyau reproduisant

unique (en ajoutant un facteur supplémentaire) et ce noyau peut être utilisé sans changement dans

le cadre de la régression régularisée (voir par exemple (Vazquez et Walter, 2003b)). Le point de

vue probabiliste du krigeage permet donc très simplement de construire des régressions à plusieurs

entrées et plusieurs sorties, en tenant compte des éventuelles corrélations entre sorties.

Moyenne du processus inconnue

Supposons maintenant que E[F (x)] = b, avec b ∈ R inconnu. On remarque que les combinaisons

linéaires telles que
∑
i λiF (xi) avec

∑
i λi = 0 filtrent la moyenne inconnue de F (x) dans le sens

où E[
∑

i λiF (xi)] = 0. L’idée est donc de se ramener au cas à moyenne nulle en utilisant de tels

accroissements. On considère plus généralement des accroissements d’ordre r de F (x) définis par

les variables aléatoires

F (λ) =

n∑

i=1

λiF (xi) (1.12)

telles que pour tout l = (l1 . . . ld)
T, 0 ≤ l1 + . . .+ ld ≤ r,

n∑

i=1

λix
l
i = 0 , (1.13)

où, pour x = (x[1] · · ·x[d])
T, xl est le monôme xl1[1] · · ·x

ld
[d]. Cette dernière propriété peut être vue

comme l’orthogonalité des mesures λ ∈ Λ avec les monômes xl. Par conséquent, ces mesures

filtrent toute moyenne polynomiale de F (x) (d’ordre inférieur ou égal à r). Sur l’ensemble de

ces accroissements d’ordre r, on considère des covariances généralisées k(x,y) qui permettent de

calculer les covariances :

Cov[F (λ), F (µ)] =
∑

i,j

λik(xi,xj)µj . (1.14)

Les covariances généralisées sont de type conditionnellement positif, c’est-à-dire qu’elles doivent

garantir Var[F̃ (λ)] ≥ 0 pour tout accroissement F (λ) d’ordre r. La classe des covariances est donc

incluse dans celle des covariances généralisées.

Le krigeage dit intrinsèque (Matheron, 1973) construit un prédicteur F̂ (x) =
∑n
i=1 λ̂i,xF (xi)

minimisant Var[F̂ (x)−F (x)] sous la contrainte que F̂ (x)−F (x) soit un accroissement d’ordre r.

On est ainsi amené a résoudre le système linéaire :
(

K P T

P 0

)(
λx

µx

)
=

(
kx

px

)
, (1.15)

où P est une matrice m × n dont les éléments sont les xl
i (m étant le nombre de monômes de d

variables de degré inférieur ou égal à r), µx est un vecteur de coefficients de Lagrange et px est

le vecteur des monômes xl.

La théorie du krigeage intrinsèque et des fonctions conditionnellement positives est mathéma-

tiquement plus difficile que celle du krigeage des processus aléatoires à moyenne connue. Sa mise
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en œuvre reste toutefois d’un niveau de simplicité élementaire et, outre le fait qu’il est possible

de traiter les processus aléatoires à moyenne inconnue, le krigeage intrinsèque permet de considé-

rer une classe de covariances plus vaste (notons, par exemple, que les splines de type « plaques

minces » (Wahba, 1990) sont fondées sur des noyaux conditionnellement positifs). Le krigeage in-

trinsèque permet également d’inclure de l’information a priori dont on ne souhaite pas qu’elle soit

régularisée (l’idée étant alors d’inclure des fonctions particulières en plus des monômes considérés

plus haut Vazquez et Walter (2005)). Retenons que la théorie du krigeage, avec le point de vue des

processus aléatoires, offre de larges possibilités pour construire des modèles de type bôıte noire

dans des situations variées.

1.5 Choix d’un noyau

Le choix d’un noyau pour une application donnée est un problème délicat, plus ou moins dif-

ficile selon la dimension de l’espace des facteurs et les propriétés du système étudié. Il est bien

sûr possible de choisir un noyau a priori et d’espérer des résultats satisfaisants. Ce procédé peut

éventuellement être amélioré par une phase de validation croisée. Cependant, l’analyse des don-

nées observées ainsi que les connaissances a priori sur le système peuvent orienter le choix. Le

point de vue du krigeage permet comme nous l’avons mentionné de considérer un noyau comme

une covariance et les méthodes d’estimation statistique deviennent alors applicables. Les géosta-

tisticiens considèrent que la phase d’analyse des données (qu’ils appellent analyse structurelle) est

beaucoup plus importante et délicate que la phase de prédiction proprement dite. Cette analyse

porte d’abord sur la nature des observations : type des facteurs (valeurs numériques, catégories),

présence de bruit dans les observations, incertitudes sur les facteurs, informations disponibles a

priori, etc. Le choix reflète ensuite la structure de la corrélation : nature des corrélations courte et

longue portée, phénomènes non stationnaires, non gaussiens (méthodes de prédiction spécifiques

à employer), etc.

Choisir une covariance comporte en fait deux aspects : le choix d’une famille paramétrée de

fonctions de covariance d’une part, en favorisant si possible les covariances ayant un nombre faible

de paramètres, et l’estimation des paramètres de cette famille d’autre part.

1.5.1 Classes de fonctions de covariances

Traditionnellement, une covariance est choisie sous la forme d’une fonction paramétrée, mais

cette forme est souvent quelque peu arbitraire. Le choix peut toutefois être orienté par les connais-

sances a priori ou l’analyse des données. L’hypothèse la plus classique est de supposer la covariance

invariante par translation (Cov[F (x), F (y)] = k(x − y)) ce qui implique un modèle stationnaire.

Notons cependant qu’il n’est généralement pas possible en pratique de tester la stationnarité à

partir d’un ensemble fini de données, observées sur un horizon borné. On peut tout au plus tester

la présence de certaines formes de non stationnarité, comme par exemple la présence de tendances

polynomiales dans les données. Mais, même dans ce cas, des ambigüıtés demeurent car on peut

interpréter une tendance comme moyenne du processus aléatoire ou bien comme des variations

dues à des corrélations à longue portée par rapport à l’horizon d’observation. Les modèles station-

naires permettent surtout de simplifier la mise en œuvre. Si les données présentent des tendances
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(polynomiales ou autres), on considérera des accroissements du processus pour filtrer ces ten-

dances, et on utilisera des covariances généralisées stationnaires. Une autre hypothèse classique

est l’isotropie des données, et dans ce cas la covariance dépend seulement de la distance eucli-

dienne entre les facteurs. Ceci n’est pas du tout requis et peut s’avérer maladroit, notamment

quand les facteurs sont de natures diverses. On choisit alors souvent une covariance du type k(h)

avec h =
√

(x − y)TA(x − y), où A est une matrice définie positive à choisir.

Une fonction de covariance étant de type positif, on la choisira parmi les familles classiques,

données par exemple dans (Yaglom, 1986), (Stein, 1999) ou la littérature géostatistique. Les cova-

riances classiques sont par exemple les covariances gaussiennes (k(h) = σ2e−1/2(h/ρ)2), exponen-

tielles (k(h) = σ2e−(|h|/ρ)ν

), cubiques, etc. Il est possible de régler deux comportements principa-

lement. Le premier est la portée de la corrélation entre les données (réglée ci-dessus par ρ). Le

deuxième comportement est la régularité de la covariance. Comme (Stein, 1999) le montre dans

un cadre asymptotique, si l’on considère deux covariances et que l’on utilise l’une pour prédire un

processus ayant en réalité l’autre covariance, on obtient les mêmes variances d’erreur que si on

avait utilisé cette dernière, à condition que les covariances aient la même régularité. La régula-

rité d’une covariance correspond par exemple à sa dérivabilité à l’origine. Elle correspond aussi à

la décroissance de la densité spectrale du processus aléatoire en hautes fréquences. (Stein, 1999)

préconise l’utilisation de la fonction de Matérn qui est caractérisée par trois paramètres servant

à ajuster indépendamment la variance, la portée et la régularité. La densité spectrale g(u) cor-

respondante est du type g(u) = γ(1 + (u/u0)
2)−ν−1/2, où le réel positif ν permet de régler la

décroissance à l’infini. La fonction de Matérn peut s’écrire

k(h) =
σ

2ν−1Γ(ν)

(
2ν1/2h

ρ

)ν
Kν
(

2ν1/2h

ρ

)
, (1.16)

où Kν est la fonction de Bessel modifiée de seconde espèce. Numériquement, il faut éviter des trop

grandes valeurs de ν (typiquement, on choisit ν < 5).

1.5.2 Estimation des paramètres

En géostatistique, cette étape consiste traditionnellement à estimer de manière empirique la

covariance du processus à partir des données et à ajuster ensuite le vecteur θ des paramètres du

modèle de covariance pour se rapprocher de cette covariance empirique. Estimer la covariance à

partir des données est en fait une étape importante car elle permet aussi de vérifier dans une

certaine mesure les hypothèses sur F (x). Pour cette estimation, les géostatisticiens utilisent un

variogramme qui correspond à la variance des différences F (xi)−F (xj) en fonction de la distance

entre les points xi et xj dans l’espace des facteurs. La variance des différences est généralement

petite pour des distances faibles et augmente avec la distance.

Si le processus aléatoire est gaussien et le nombre des données modeste, la méthode du maxi-

mum de vraisemblance nous semble préférable. Rappelons que la log–vraisemblance d’une réali-

sation fobs ∈ Rn d’un vecteur aléatoire gaussien de moyenne nulle F obs = (F (x1) · · ·F (xn))
T est

donnée par

L(fobs,θ) = −n
2

log(2π) − 1

2
log det K(θ)− 1

2
fobsTK(θ)−1fobs , (1.17)
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où la matrice de covariance dépend de θ. La maximisation de la log–vraisemblance (1.17) peut être

conduite avec des méthodes de type gradient conjugué, par exemple. Pour des vecteurs aléatoires

gaussiens de moyenne inconnue, il est possible d’utiliser la méthode du maximum de vraisemblance

restreint (REML).

1.6 Conclusions

Ce chapitre a rapidement présenté les fondements de la régression régularisée, en accordant une

place particulière au krigeage, qui nous semble offrir un cadre adapté pour le choix du noyau. Les

méthodes à noyau, parfois appelées méthodes non paramétriques, peuvent être obtenues à partir

des méthodes dites paramétriques plus répandues. Les chapitres 2 et 3 reviennent plus en détail

sur ces notions. Soulignons que les modèles bôıte noire obtenus sont particulièrement simples à

obtenir et à utiliser. Les applications potentielles de ces méthodes de régression sont innombrables.

Le chapitre 6 illustrera leur mise en œuvre dans des domaines très variés pour des dimensions de

l’espace des facteurs allant jusqu’à plusieurs dizaines.
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Chapitre 2

Prédiction linéaire des processus

aléatoires stationnaires à moyenne

nulle

Résumé — Ce chapitre rappelle des notions sur les processus aléatoires qui sont très classiques

mais nécessaires pour la mise en place de modèles bôıte noire par krigeage. Le cadre formel

adopté permet d’évoquer les propriétés des trajectoires d’un processus aléatoire et de soulever

les problèmes liés à la continuité des facteurs. Il présente le principe de prédiction linéaire et les

équations du krigeage pour les processus aléatoires à moyenne nulle ou connue.

Les modèles par processus aléatoires constituent un outil fondamental pour traiter des sys-

tèmes incertains de type entrées–sorties statiques. Dans le cadre de la modélisation de type bôıte

noire, un système peut être incertain, par exemple parce qu’il n’est pas possible d’expliciter ana-

lytiquement les relations entre entrées et sorties du système, ou parce que le processus a été

observé partiellement ou encore parce que les observations sont entachées d’erreurs de mesure.

Un processus aléatoire est un modèle du système étudié. La sortie du système réel correspond à

une trajectoire particulière (inconnue) du processus aléatoire. L’utilisation de modèles par proces-

sus aléatoires permet de quantifier l’incertitude sur les trajectoires du système et d’effectuer des

prédictions de nature probabiliste sur celles-ci.

L’objectif de la section 2.1 est de définir les termes utilisés ci-dessus et de rappeler de manière

formelle la construction d’un processus aléatoire, telle qu’on la trouve dans de nombreux ouvrages

mais dans des contextes différents de celui de la modélisation bôıte noire de systèmes. La sec-

tion 2.2 est consacrée aux processus gaussiens qui seront les modèles utilisés par la suite. Ces brefs

rappels nous semblent justifiés, car parler de processus à paramètres continus nécessite quelques

précautions. La section 2.3 présente des notions plus avancées qui seront utilisées au chapitre 3.

Dans ces trois premières sections, il s’agit surtout de donner les concepts fondamentaux qui se-
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ront nécessaires par exemple lorsque nous nous intéresserons à la prédiction linéaire et au choix

de modèle. Les sections 2.4 et 2.5 forment la partie essentielle de ce chapitre, où les propriétés

importantes des modèles bôıte noire par krigeage sont présentées.

2.1 Notions élémentaires sur les processus aléatoires

Cette section rappelle quelques notions très classiques sur les processus aléatoires. L’un des

points de vue classiques est celui des processus aléatoires indexés par le temps. Dans ce cas, les

questions portent naturellement sur les propriétés spectrales, sur la prédiction des phénomènes,

etc. Lorsque l’on s’intéresse à des phénomènes à temps discret, on parle de séries chronologiques.

Une présentation très complète de la théorie des séries chronologiques est donnée par exemple

dans (Brockwell et Davis, 1987). Les problèmes de prédiction nécessitant un traitement à temps

continu sont moins fréquents en pratique mais l’utilisation de processus aléatoires à temps continu

reste indispensable pour la modélisation de nombreux phénomènes. Il existe bien sûr une quantité

très importante de publications traitant des processus aléatoires à temps continu. Pour donner

quelques repères, citons (Doob, 1953 ; Cramér et Leadbetter, 1967 ; Gikhman et Skorohod, 1974)

qui peuvent être lus comme premières introductions. Les cas particuliers des processus aléatoires

régis par des équations différentielles stochastiques, ou des processus ARMA à temps continu,

appelés CARMA (voir par exemple (Durbin, 1961)), constituent des domaines très étudiés. Des

travaux sur les processus CARMA comme (Jones, 1981 ; Jones et Vecchia, 1993) sont utiles pour le

problème du choix de modèle, qui sera abordé au chapitre 5. Notons que les propriétés théoriques

de tels processus à temps continu sont aussi plus difficiles à étudier et plus subtiles que dans le cas

discret. Dans le cas de la modélisation de systèmes, nous considérerons des processus aléatoires

ayant comme paramètres les facteurs du modèle. On aura donc essentiellement besoin de traiter des

processus à plusieurs paramètres continus. La plupart des concepts et des résultats valables dans

le cadre temporel restent vrais dans des cas plus généraux. Les aspects probabilistes des processus

du second ordre sont traités par de nombreux auteurs. Par exemple, (Doob, 1953 ; Rozanov,

1967 ; Cramér et Leadbetter, 1967 ; Yaglom, 1973 ; Billingsley, 1995) constituent des références

importantes. (Ibragimov et Rozanov, 1978) aborde en détails la théorie des processus gaussiens. Il

peut également être intéressant de consulter (Adler, 1981) pour les questions relatives à la nature

des trajectoires. Les ouvrages de géostatistique comme (Cressie, 1993 ; Wackernagel, 1995 ; Chilès

et Delfiner, 1999) sont aussi des références très importantes pour cette étude. En géostatistique,

les processus aléatoires sont indexés sur un espace physique de type géographique, typiquement

un espace continu de dimension deux ou trois. Les problèmes que nous traiterons dans le cadre

de la modélisation de systèmes sont de même nature que ceux rencontrés en géostatistique, mais

avec des espaces de facteurs de dimension parfois bien supérieure. Nous souhaitons insister sur

l’intérêt des ouvrages de G. Matheron, publiés par l’École des Mines de Paris, qui gardent toute

leur pertinence dans ce contexte élargi.

2.1.1 Définitions élémentaires, construction

Soit un espace de probabilité (Ω,A,P). Il s’agit d’un ensemble d’éléments ω ∈ Ω, sur lequel on

définit une σ-algèbre (ou tribu) A, que l’on interprète comme un ensemble d’événements. Cette
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σ-algèbre est constituée d’ensembles mesurables A ⊆ Ω, et l’on munit (Ω,A) d’une mesure de

probabilité P. Les ensembles mesurables de Ω sont les ensembles auxquels on peut assigner une

probabilité (voir par exemple (Rudin, 1987) pour une présentation de la théorie de la mesure).

Les fonctions mesurables X(ω) : Ω → R sont appelées variables aléatoires. Rappelons qu’une

fonction X de Ω vers R est mesurable si pour tout ouvert B de R, X−1(B) ∈ A. La plus petite

σ-algèbre générée par les ouverts de R s’appelle σ-algèbre des boréliens, et se notera B(R). Nous

noterons également B(Rn) la σ-algèbre générée par les ouverts de Rn. Soit X une variable aléatoire.

On note σ(X), et on appelle σ-algèbre générée par X , la plus petite σ-algèbre sur Ω rendant X

mesurable. On a donc

σ(X) = {X−1(B); B ∈ B(R)} .

L’application

PX : B(R) → [0, 1]

B 7→ PX(B) = P{X ∈ B} (2.1)

est une probabilité sur (R,B(R)). Cette application est la loi de probabilité de X .

Définition 1. Un ensemble de variables aléatoires F (ω,x), lorsque x parcourt l’ensemble X,

constitue une fonction aléatoire de paramètre x.

En pratique, l’espace des paramètres X, que nous appellerons espace des facteurs dans le cadre

de la modélisation bôıte noire1, est un espace Rd tout entier. L’espace d’étude est en général plus

petit, puisqu’il s’agit quasiment toujours d’un domaine borné de Rd, souvent un pavé borné fermé.

Une telle fonction aléatoire sur un domaine de Rd s’appelle encore processus aléatoire, ou champ

aléatoire, pour insister sur le fait que la dimension de l’espace des paramètres est supérieure à un.

Les valeurs de cette fonction aléatoire sont donc les variables aléatoires notées F (x). Nous écrirons

aussi F (x) pour désigner la fonction aléatoire (F (ω,x),x ∈ X). Si ω ∈ Ω est fixé, la fonction réelle

F (ω, .) de x ∈ X est appelée réalisation de la fonction aléatoire, ou encore trajectoire.

Il est donc naturel de considérer un espace F de fonctions réelles sur X qui contient toutes les

trajectoires possibles de la fonction aléatoire F (x). Un tel espace peut correspondre simplement à

l’ensemble de toutes les fonctions réelles RX. On se fixe l’objectif de construire une loi de probabilité

pour F (x). Ceci passe par le choix des ensembles mesurables sur RX.

Définition 2. Soient les ensembles de fonctions UB ⊂ RX qui sont de la forme

{f ∈ RX; (f(x1), . . . , f(xn)) ∈ B} ,

où B ∈ B(Rn), n ≥ 1. Ces ensembles élémentaires UB sont appelés ensembles cylindriques et

génèrent une σ-algèbre sur RX, noté C(RX).

Proposition 1. Avec ce choix d’ensembles mesurables de RX, l’application de (Ω,A,P) dans

(RX, C(RX)), qui à tout ω ∈ Ω associe une trajectoire F (ω, .) ∈ RX, est mesurable.

1La sortie d’un modèle dépend typiquement de deux types de paramètres. Les premiers permettent un ajustement

du modèle car nous considérons en fait une famille de modèles. En ce sens, nous parlons de modèle paramétré. Les

paramètres du second type sont les entrées du modèle, qui caractérisent l’état d’opération du système modélisé.

Nous appelons ces paramètres facteurs pour les distinguer des premiers.
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Démonstration. Soit UB ∈ C(RX). L’image réciproque de UB par F (ω,x),

{ω ∈ Ω; F (ω, .) ∈ UB} = {ω ∈ Ω; (F (ω,x1), . . . , F (ω,xn)) ∈ B} , B ∈ B(Rn) ,

est bien un ensemble de A (d’après, par exemple, le théorème 1.8 de (Rudin, 1987)).

Définition 3. La probabilité sur l’espace mesurable (RX, C(RX)) définie par

PF (U) = P{F (ω, .) ∈ U}, U ∈ C(RX) (2.2)

est appelée loi de probabilité de la fonction aléatoire F (x). (Les ensembles {F (ω, .) ∈ U} contiennent

les éléments ω ∈ Ω tels que (F (ω,x1), . . . , F (ω,xn)) ∈ B, où B ∈ B(Rn).)

En résumé, à une collection de fonctions mesurables sur (Ω,A,P) paramétrées par x ∈ X, on

peut associer une loi de probabilité PF sur l’espace mesurable de fonctions (RX, C(RX)).

Remarque. Les problèmes que l’on se pose en pratique pour la modélisation bôıte noire de

systèmes font généralement intervenir un nombre au plus dénombrable et le plus souvent fini de

coordonnées de fonctions de RX, et donc une suite finie ou dénombrable de variables aléatoires

F (xi). Ainsi, la plupart des questions sur le modèle (notamment les questions de prédiction)

peuvent recevoir une réponse probabiliste. En effet, avec le choix des ensembles mesurables effectué

ci-dessus, les fonctions mesurables d’une variable aléatoire F (x), voire d’un ensemble dénombrable

de variables aléatoires F (xi) sont des fonctions mesurables. Cependant, l’examen de propriétés

faisant intervenir un ensemble infini non dénombrable de coordonnées de RX pose problème car

une réunion ou une intersection non dénombrable d’ensembles mesurables n’est pas mesurable. De

telles propriétés ne peuvent donc pas recevoir de réponse probabiliste (ou de manière équivalente,

être mesurées). On pourrait penser que ces problèmes n’ont pas d’intérêt pratique. Pourtant, les

propriétés de continuité des trajectoires, de dérivabilité, etc., font intervenir un ensemble non

dénombrable de variables aléatoires. Il semble donc gênant de vouloir modéliser un système en

utilisant un concept qui ne permet pas de répondre à des questions aussi simples que celle de la

continuité. Ces points seront revus plus bas.

Si l’on se donne une fonction F (ω,x) à valeurs réelles et une mesure de probabilité PF sur

(RX, C(RX)), on peut définir une σ-algèbre sur Ω ainsi qu’une mesure de probabilité. La notation

σ(F (x)) introduite plus haut pour une variable aléatoire F (x), peut être étendue à un ensemble

fini de variables aléatoires de telle sorte que σ(F (x1), . . . , F (xn)) désigne la σ-algèbre générée par

F (x1), . . . , F (xn). Plus généralement, la σ-algèbre sur Ω définie par σ(F (X)) = {F−1(U); U ∈
C(RX)} est dite générée par F (ω, .). Il s’agit de la plus petite σ-algèbre contenant les ensembles

de Ω de la forme {(F (x1), . . . , F (xn)) ∈ B}, où B ∈ B(Rn). La relation P{F (ω, .) ∈ U} = PF (U),

U ∈ C(RX), définit bien une probabilité sur σ(F (X)), et est telle que F (x) soit une fonction

aléatoire sur l’espace (Ω, σ(F (X)),P) admettant la loi de probabilité PF .

En pratique, il est fondamental de pouvoir définir la loi d’un processus aléatoire en spécifiant

une famille de probabilités sur des ensembles mesurables définis en considérant seulement un

nombre fini de variables aléatoires F (xi), i = 1, . . . , n.

Définition 4. Les répartitions finies Px1,...,xn d’un processus aléatoire F (x) sont les probabilités

sur les espaces vectoriels Rn telles que

Px1,...,xn(B) = P{(F (x1), . . . , F (xn)) ∈ B} B ∈ B(Rn)
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Proposition 2. Si deux processus aléatoires ont les mêmes répartitions finies, ils ont les mêmes

lois de probabilité (on dit qu’ils sont équivalents).

Démonstration. Les répartitions finies déterminent les probabilités sur les ensembles cylindriques

de manière unique. Ce résultat provient du fait que les ensembles cylindriques forment une algèbre

de RX (ensembles stables par passage au complémentaire et par union et intersection finie) et de

l’utilisation du théorème de Carathéodory : soit µ une mesure sur une algèbre A, alors µ se prolonge

en une mesure sur σ(A). Si de plus µ est σ-finie, ce prolongement est unique (voir par exemple

(Billingsley, 1995), section 3).

Les répartitions finies satisfont une notion de cohérence puisque pour m < n, B ∈ B(Rm),

Px1,...,xn(B × Rn−m) = Px1,...,xm(B)

Théorème 1 (d’extension de Kolmogorov). Étant donnée une famille de répartitions finies

cohérentes, Px1,...,xn , sur les espaces de dimension finie (Rn,B(Rn)), il existe une mesure de

probabilité P sur (Ω, σ(F (X))) unique satisfaisant

Px1,...,xn(B) = P{(F (x1), . . . , F (xn)) ∈ B}

Démonstration. La preuve (délicate) de ce théorème se trouve dans certains ouvrages de proba-

bilité (Tucker, 1967 ; Billingsley, 1995). Le résultat est parfois attribué à (Daniell, 1919).

Ce théorème fondamental indique que la loi d’un processus aléatoire est entièrement caractéri-

sée par l’ensemble des lois des vecteurs aléatoires extraits de taille finie, ce qui permet de construire

des processus aléatoires à partir d’un choix de répartitions de dimension finie cohérentes.

Cependant, comme indiqué plus haut, la donnée de répartitions finies ne caractérise pas en-

tièrement les propriétés du processus aléatoire. En effet, l’intersection d’un nombre fini ou infini

dénombrable d’ensembles mesurables est un ensemble mesurable, de sorte qu’une grandeur qui

dépend d’un nombre fini ou même infini dénombrable de variables aléatoires est en général une

fonction mesurable. Dans le cas d’un processus aléatoire à paramètres continus, qui est donc une

famille non dénombrable de variables aléatoires, les répartitions finies ne contiennent donc pas

toutes les caractéristiques sur le processus. Par exemple les questions portant sur la continuité des

trajectoires, la dérivabilité du processus, ou des bornes, ne peuvent pas être caractérisées par des

fonctions mesurables.

Exemple (Doob, 1953). Soit Ω = [0, 1], muni de la σ-algèbre des boréliens de [0, 1] et de la

mesure de Lebesgue. Soient les processus aléatoires F1(ω, x) et F2(ω, x), x ∈ R tels que

F1(ω, x) = 0 , ∀ω , ∀x

F2(ω, x) =

{
1 si x = ω,

0 sinon.

Remarquons d’abord que les répartitions finies des deux processus sont égales puisque P{F1/2(ω, x) =

0} = 1, ∀x ∈ R. Il s’agit donc de deux processus équivalents. On a même P{F1(ω, x) = F2(ω, x)} =

1, ∀x ∈ R et F2(x) est donc une modification de F1(x). Mais

P{x 7→ F1(ω, x) est continue sur R} = 1
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P{x 7→ F2(ω, x) est continue sur R} = 0

De même

P{ sup
x∈[0,1]

F1(ω, x) <
1

2
} = 1

P{ sup
x∈[0,1]

F2(ω, x) <
1

2
} = 0

Le comportement que l’on voudrait privilégier est celui auquel on s’attend plus naturellement,

c’est-à-dire celui du processus F1. Cet exemple illustre le fait qu’un modèle aléatoire défini à

partir de répartitions finies est insuffisant pour répondre à des questions du type : est-ce que le

système dépasse un certain seuil ? Considérer un processus aléatoire à paramètres continus est

donc délicat.

Il nous semble donc pertinent de rappeler rapidement dans cette présentation la notion de

séparabilité introduite par (Doob, 1953), qui permet d’exclure certains cas pathologiques en re-

quérant un comportement régulier des processus aléatoires considérés. On souhaite notamment

empêcher qu’un processus ait des propriétés différentes selon que l’on considère des ensembles

dénombrable ou non dénombrable de coordonnées. En effet, l’hypothèse de séparabilité permet de

déterminer les propriétés des trajectoires du processus aléatoires à partir d’un ensemble éventuel-

lement dense mais au plus dénombrable de l’espace des facteurs. La définition de la séparabilité

permet notamment d’exclure le processus aléatoire F2 défini plus haut.

Définition 5 (séparabilité). Soit IF la classe des intervalles fermés de R. Un processus aléatoire

F (ω,x) est dit séparable (sous-entendu, relativement à la classe des intervalles fermés), s’il existe

une suite (xj) de paramètres de X, telle que pour tout intervalle I ∈ IF et tout ouvert O de X,

les ensembles de Ω

{F (ω,x) ∈ I, ∀x ∈ O} , {F (ω,xj) ∈ I, ∀xj ∈ O}

différent au plus d’un ensemble négligeable N ⊂ Ω (N est de mesure nulle car on suppose la

mesure de probabilité complète).

Une manière équivalente de caractériser un processus aléatoire séparable est de dire qu’il existe

une suite au plus dénombrable (xj) d’éléments de X et un ensemble N ⊂ Ω négligeable tels que si

ω 6∈ N

inf
x∈O

F (ω,x) = inf
xj∈O

F (ω,xj)

sup
x∈O

F (ω,x) = sup
xj∈O

F (ω,xj)

pour tout ouvert O ⊂ X. Si F (x) est séparable à l’aide d’une suite (xj), il est séparable à l’aide

de toute séquence plus grande.

Ainsi, dans l’exemple introduit ci-dessus, F2(x) n’est pas séparable puisque

P{0 ≤ F2(x) ≤
1

2
, ∀x ∈ ]0, 1[ } = 0

alors que

P{0 ≤ F2(x) ≤
1

2
, ∀x ∈ ]0, 1[ ∩J } = 1 − P(J ) = 1 ,
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où J est tout ensemble au plus dénombrable d’éléments de Ω = [0, 1]. Plus généralement, si F est

un processus aléatoire tel que P{F (x) = 0} = 1, ∀x ∈ X, alors, pour toute suite (xj), P{F (xj) =

0, j ≥ 1} = 1. Si le processus est de plus séparable, alors on a P{F (x) = 0, x ∈ X} = 1.

Si F (x) est séparable et si B est un ouvert de X, infx∈B F (x), supx∈B F (x), lim infx→y F (x) et

lim supx→y F (x) sont des variables aléatoires. Une autre propriété importante est que si F (x) est

séparable à l’aide d’une suite (xj) dense, on peut trouver deux sous-suites y1 < y2 < · · · < yn ↑ x

et y′
1 > y′

2 > · · · > y′
n ↓ x telles que, avec probabilité 1,

lim inf
n→∞

F (yn) = lim inf
y↑x

F (y) ≤ lim inf
y↓x

F (y) = lim inf
n→∞

F (y′
n) .

Par suite, si F (x) est presque sûrement continu (voir section 2.4.4) sur la suite (xj), il est presque

sûrement continu sur X.

Le théorème d’existence suivant est très important, car il permet de s’assurer qu’à partir

de répartitions finies cohérentes quelconques, il est toujours possible de construire un processus

aléatoire séparable.

Théorème 2 (Existence de processus séparables). Soit F (ω,x), avec ω ∈ Ω, x ∈ X, où X

est un ensemble de paramètres continu. Il existe un processus aléatoire séparable F̃ (x), défini sur

le même espace Ω, et tel que

P{F̃ (x) = F (x)} = 1 , ∀x ∈ X .

(On dit que F̃ (x) est une modification de F (x).)

Démonstration. Voir (Doob, 1953).

Si F̃ (x) est une modification de F (x), les répartitions finies de F (x) et F̃ (x) sont identiques et

F (x) et F̃ (x) sont donc aussi des processus équivalents d’après la proposition 2. En d’autres termes,

pour tout processus aléatoire F (x), on peut trouver un processus équivalent F̃ (x) séparable. Dans

la suite, les processus aléatoires seront toujours implicitement supposés séparables.

En résumé, le théorème d’extension de Kolmogorov garantit l’existence d’un processus aléatoire

à partir de la donnée de répartitions finies cohérentes et le théorème d’existence de processus sépa-

rables nous dit que l’on peut trouver des processus aléatoires avec un comportement raisonnable ;

plus précisément, que l’on peut trouver un processus aléatoire pour lequel il existe un ensemble

dénombrable de coordonnées du processus qui caractérise le processus sur tout son ensemble de

définition. Ces deux théorèmes réunis sont fondamentaux pour construire rigoureusement un pro-

cessus aléatoire servant à la modélisation d’un système.

Nous avons rappelé ci-dessus les éléments permettant de définir un processus aléatoire para-

métré par un ensemble de facteurs pour modéliser une sortie particulière d’un système. Le cas

d’un système à plusieurs sorties se traite en considérant plusieurs processus aléatoires. Il n’y a

pas de difficultés à étendre la définition d’un processus aléatoire à valeurs dans R à un processus

aléatoire à valeurs dans un espace vectoriel Rq. Nous utilisons la notation Fα(x), α ∈ {1, . . . , q}
pour désigner un élément du vecteur aléatoire F (ω,x), paramétré par x.

Définition 6. Un processus aléatoire à valeurs vectorielles F (ω,x) = (F1(ω,x), . . . , Fq(ω,x))T

est une collection de variables aléatoires Fα(ω,x), ∀α ∈ {1, . . . , q}, ∀x ∈ X
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Au vu de cette définition, on se ramène immédiatement au cas d’un processus aléatoire à valeur

dans R en considérant l’indice α comme un paramètre supplémentaire et en posant F (α,x) =

Fα(x). Nous utiliserons fréquemment ce changement de notation pour modéliser les systèmes à

plusieurs sorties.

2.1.2 Moments, fonction de covariance

La fonction de covariance d’un processus aléatoire occupera une place importante par la suite.

En effet, la résolution des problèmes de prédiction linéaire que nous traiterons est essentiellement

fondée sur la connaissance de celle-ci. Pour parler d’un processus aléatoire, nous ne nous inté-

resserons ainsi généralement qu’à sa moyenne et à sa fonction de covariance, sans préciser les

répartitions finies du processus, susceptibles de faire intervenir des moments d’ordres supérieurs.

Cette section rappelle les notions élémentaires sur les fonctions de covariances.

Une variable aléatoireX est du second ordre si E[X2] =
∫
Ω
X(ω)2dP(ω) est définie. L’espace des

variables aléatoires du second ordre est noté usuellement L2(Ω,A,P), puisqu’il s’agit des variables

aléatoires de carré intégrable sur Ω pour la mesure P (à une équivalence près). Muni du produit

scalaire (X,Y ) = E[XY ], L2(Ω,A,P) est un espace de Hilbert. Comme L2(Ω,A,P) ⊂ L1(Ω,A,P),

E[X2] <∞ implique E[|X |] <∞ et E[X ] est donc bien défini.

Par la suite, les processus considérés seront toujours du second ordre, c’est-à-dire ∀x ∈ X,

F (x) ∈ L2(Ω,A,P). De plus, nous dirons souvent qu’un processus est du second ordre sans

préciser l’espace L2(Ω,A,P). Notons m(x) = E[F (x)], la moyenne du processus aléatoire, et

k(x,y) = Cov(F (x), F (y)) = E[(F (x) −m(x))(F (y) −m(y))] = E[F (x)F (y)] − m(x)m(y), la

fonction appelée autocovariance, ou plus simplement covariance du processus aléatoire F (x). Pour

un processus du second ordre, la moyenne existe, de même que la covariance (d’après l’inégalité

de Schwarz). La covariance est symétrique : k(x,y) = k(y,x). On définit également la fonction

de corrélation par

ρ(x,y) =
k(x,y)√

k(x,x)k(y,y)
.

Elle est telle que |ρ(x,y)| ≤ 1.

Lorsque la fonction de covariance est invariante par translation (ce qui est le cas lorsque le

processus est stationnaire, voir la section 2.4.1) c’est-à-dire lorsque k(x + τ ,y + τ ) = k(x,y),

∀τ , nous utiliserons souvent la notation k(h), avec h = x − y. Quand la covariance est de plus

invariante par rotation (ce qui est le cas lorsque le processus est isotrope), nous noterons aussi

k(‖h‖) ou k(h) avec h = ‖x − y‖.
Quelques propriétés fondamentales des covariances sont rappelées ci-dessous (le chapitre 5

reviendra sur les fonctions de covariances du point de vue du choix de modèle).

Définition 7. Une fonction r(x,y) est de type positif (non-négatif ), si

∀n ∈ N, ∀x1, . . . ,xn ∈ X, ∀λ1, . . . , λn ∈ R,

n∑

i,j=1

λiλjr(xi,xj) ≥ 0 .

Une fonction de covariance est donc de type positif puisque

Var[
n∑

i=1

λiF (xi)] = E[(
n∑

i=1

λiF (xi) −
n∑

i=1

λim(xi))
2] =

n∑

i,j=1

λiλjk(xi,xj) ≥ 0 .
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Toute matrice de covariance K d’éléments ki,j = k(xi,xj) est donc symétrique non-négative. Les

fonctions de type positif peuvent être caractérisées par le théorème de Bochner (rappelé dans la

section 2.4.2). En pratique, les covariances sont choisies dans des familles de fonctions paramétrées

admissibles (voir le chapitre 5).

Proposition 3. Soient m une fonction de Rd dans R et k une fonction de Rd × Rd dans R,

symétrique et positive. Alors il existe un processus F (x) admettant m(x) comme moyenne et

k(x,y) comme covariance.

Démonstration. Par construction d’un processus gaussien F (x) (voir la section 2.2.2) grâce à une

application immédiate du théorème de Kolmogorov (Chonavel, 2002). (La loi de probabilité PF

de F (x) définie sur l’espace (RX, C(RX)) est unique.)

Répétons que la donnée d’une moyenne et d’une fonction de covariance ne définit pas de manière

unique un processus aléatoire. Voir un exemple dans la section 2.1.3.

Lorsque l’on considère plusieurs processus aléatoires F1(x), . . . , Fq(x) définis sur un même

espace de probabilité et un même espace de paramètres, on considère les moyennes mα(x) =

E[Fα(x)], ainsi que les covariances et inter-covariances définies par kα,β(x,y) = E[(Fα(x) −
mα(x))(Fβ(y) −mβ(y))], α, β ∈ {1, . . . , q}.

Pour les fonctions d’inter-covariance, remarquons que kα,β(x,y) = kβ,α(y,x). En revanche, on

a généralement kα,β(x,y) 6= kα,β(y,x).

Exemple 1. Soit k(h), h ∈ Rd, une covariance admissible (voir la section 2.4.2 et le chapitre 5) ;

le modèle dit proportionnel est donné par

k1,1(h) = k2,2(h) = k(h) = k(−h) , h ∈ Rd ,

k1,2(h) = k2,1(h) = γk(h) ,
(2.3)

où le scalaire γ doit être choisi dans [−1, 1] pour satisfaire l’inégalité de Schwarz

|kα,β(h)| ≤
√
kα,α(0)kβ,β(0) . (2.4)

Exemple 2. Soient les processus F1(x), F2(x) et F3(x) définis sur X = R par

F2(x) = F1(x− τ) + F3(x) ,

où F1(x) et F3(x) ne sont pas corrélés et où Cov[F1(x), F1(y)] = k1,1(|x − y|). Ces processus

sont caractérisés par des inter-covariances non symétriques en raison du retard τ . Dans ce cas, les

inter-covariances entre F1(x) et F2(x) sont telles que k1,2(x, y) = k1,1(|x − y + τ |) 6= k1,2(y, x) =

k1,1(|x− y − τ |).
Il nous arrivera par la suite de considérer l’indice α comme un paramètre supplémentaire du

processus aléatoire (d’après une remarque faite dans la section précédente), et nous utiliserons

dans ce cas la notation k([α,x], [β,y]). C’est un moyen commode pour se ramener formellement

à une seule fonction de covariance.
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2.1.3 Exemples de processus aléatoires

Processus aléatoire défini à partir de la donnée d’une séquence aléatoire. Une manière

explicite de définir une probabilité sur l’espace des trajectoires est de se donner la collection des

variables aléatoires définissant le processus. En transmissions numériques, on considère par exemple

des processus indicés par le temps t ∈ R, sous la forme

F (t) =
∑

k∈
�
Ak

�

[0,T [(t− kT )

où les Ak sont des variables aléatoires indépendantes qui constituent des symboles transmis et
�

[0,T [(t) désigne la fonction indicatrice de l’intervalle [0, T [, valant un si t ∈ [0, T [, et zéro ailleurs.

Les variables Ak sont à valeurs dans un alphabet fini {a1, . . . , am}, avec des probabilités p1, . . . , pm
pour l’apparition des symboles. La loi du processus est entièrement caractérisée par les répartitions

finies, en particulier par les probabilités des événements B = {F (t1) ≤ b1, . . . , F (tn) ≤ bn}, tels

que P(B) = E[
�
B ], où

�
B est la variable aléatoire indicatrice de l’événement B. La loi du n-uplet

(F (t1), . . . , F (tn)) est en particulier la même que celle de (F (t1 + kT ), . . . , F (tn + kT )) (il s’agit

d’un processus cyclostationnaire). Dans le cadre de ce mémoire, une telle construction de processus

aléatoire ne sera jamais utilisée.

Définition à partir de la donnée de moments. Nous définirons plutôt un processus aléa-

toire à partir de sa loi et en général, nous nous contenterons de spécifier les moments d’ordre

un et deux. Le type de processus qui sera sans doute le plus intéressant pour la modélisation

bôıte noire est le processus gaussien, dont la loi est uniquement déterminée par la donnée des

moments d’ordre un et deux (la définition précise est rappelée dans la section 2.2). De manière

informelle, un processus gaussien est caractérisé par une moyenne et une fonction de corrélation

qui indique comment la valeur du processus en un point influence les valeurs en des points voisins.

Typiquement, cette fonction de corrélation dépend de la distance entre les points de l’espace des

facteurs et décrôıt lorsque cette distance augmente. Un processus du second ordre de moyenne

nulle, spécifié uniquement par la corrélation entre les points, permet de construire de façon simple

et relativement efficace des modèles de type bôıte noire. La prédiction d’un processus aléatoire

gaussien est abordée dans la section 2.5.1 et s’avère très simple à mettre en œuvre. La figure 2.1

représente des trajectoires possibles d’un processus gaussien pour deux fonctions de covariance.

La diversité des trajectoires ainsi obtenues justifie l’intérêt de la modélisation de systèmes par des

processus aléatoires gaussiens.

Nous présentons maintenant plus spécifiquement l’exemple des bandes tournantes (Matheron,

1973 ; Stein, 1999), introduit ici pour illustrer les difficultés liées au fait de ne spécifier que les

moments d’ordre un et deux d’un processus aléatoire. G. Matheron propose la procédure suivante

pour simuler un processus aléatoire sur Rd. Soit Fs(ω, x) un processus aléatoire du second ordre dé-

fini sur (Ω,A,P), paramétré par x ∈ R, de moyenne nulle et admettant une covariance stationnaire

ks(x−y). Soit de plus un vecteur aléatoire U(ω) ∈ Rd, défini également sur (Ω,A,P), de norme 1

pour tout ω, avec une loi admettant une densité uniforme sur la sphère unité ; σ(U) et σ(Fs(R))

sont supposées indépendantes. Considérons alors la fonction aléatoire Fd(x) = Fs( (x,U)Rd ),

x ∈ Rd, où (., .)Rd désigne le produit scalaire dans Rd. La moyenne de Fd(x) est nulle puisque

E[Fd(x)] = E[E[Fs( (x,U)Rd ) | U ]] = 0 ,
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Fig. 2.1 – Trajectoires de processus gaussiens stationnaires de moyenne nulle simulées sur [0, 1].

Le comportement de la covariance à l’origine influence la régularité des trajectoires (voir la sec-

tion 2.4.4). À gauche, les trajectoires sont simulées en prenant une covariance continue mais non

dérivable à l’origine. À droite, la covariance utilisée est deux fois continûment dérivable à l’origine.

où E[X | Y ] désigne l’espérance conditionnelle de X sachant Y (quelques rappels sont présentés

dans la section 2.5.1). La covariance de Fd(x) s’écrit

kd(x,y) = Cov[Fd(x), Fd(y)] = E
[
E
[
Fs
(
(x,U)Rd

)
Fs
(
(y,U)Rd

)
| U
]]

= E [k( (x − y,U)Rd )]

=

∫

∂B(0,1)

k( (x − y,u)Rd )dP∂B(0,1)(u)

où P∂B(0,1) est la probabilité concentrée sur la sphère unité, invariante par rotation.

Pour des raisons de symétries, kd ne dépend que de h = ‖x − y‖. (Matheron, 1973) donne la

forme analytique de la covariance kd en fonction de la covariance ks
2 :

kd(h) =
2Γ( 1

2d)

π
1
2 Γ( 1

2 (d− 1))

∫ 1

0

ks(vh)(1 − v2)
1
2 (d−3)dv .

La covariance est donc isotrope mais les réalisations du processus ne reflètent pas cette caractéris-

tique puisqu’à ω fixé, la trajectoire Fd(ω,x) est constante le long des hyperplans tels que (x,U)Rd

soit constant. Cet exemple illustre donc le fait que les moments d’ordre deux d’un processus aléa-

toire sont loin de déterminer toutes ses caractéristiques. En pratique, il est nécessaire de faire des

hypothèses supplémentaires sur le processus aléatoire. Dans de nombreux cas, il est pertinent de

modéliser la sortie d’un système par un processus aléatoire gaussien, dont la loi est caractérisée

uniquement par les moments d’ordre deux. Dans ce cas, les trajectoires possèdent des propriétés

spécifiques (voir la section 2.4.4) et les procédures de prédiction linéaire que nous présenterons

dans la section 2.5.1 sont optimales. Si l’hypothèse gaussienne n’est pas adaptée, il est possible

dans certains cas de trouver des transformations permettant de s’y ramener (voir par exemple

Chilès et Delfiner (1999)). Nous ne présenterons pas de telles méthodes dans ce mémoire.

2Cette formule est importante d’un point de vue théorique car toute covariance isotrope en dimension d s’exprime

en fonction d’une covariance admissible en dimension un sous cette forme.
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Un processus fondamental : le mouvement brownien. Le mouvement brownien W (t),

t ∈ R+ (aussi appelé processus de Wiener) est un processus extrêmement important en proba-

bilités. Ses trajectoires sont continues, ses accroissement sont indépendants et c’est un processus

markovien. Il est par exemple d’utilisation constante dans la théorie des équations différentielles

stochastiques. Rappelons sa définition.

Définition 8. Un processus aléatoire W (t), t ∈ R+ est un mouvement brownien si :

1. W (t) est un processus gaussien

2. E[W (t)] = 0, E[W (t)W (s)] = min(t, s)

3. Pour presque tout ω, les trajectoires t 7→W (ω, t) sont continues

Notons que les points 1 et 2 dans la définition précédente caractérisent complètement les

répartitions finies du mouvement brownien. L’ajout de la condition 3 permet de spécifier la nature

des trajectoires.

W (t) est à accroissement orthogonaux puisque, pour t ≥ s ≥ 0, h > 0,

Cov[W (s),W (t+ h) −W (t)] =

E[W (s)(W (t+ h) −W (t))] = E[W (s)W (t+ h)] − E[W (s)W (t)] = s− s = 0

Une telle propriété sera par exemple utilisée au chapitre 4.

Bruit blanc. Nous terminons cette section sur la notion de bruit blanc à temps ou paramètres

continus. Il est bien connu que la définition d’un bruit blanc à temps continu est délicate. Le cas

du bruit blanc à temps discret ne pose pas de problème puisqu’il s’agit d’une suite de variables

aléatoires indépendantes, de même moyenne et de même variance. Le bruit blanc, stationnaire,

admet alors une mesure spectrale absolument continue par rapport à la mesure de Lebesgue sur

]−π, π], avec une densité spectrale constante. Dans le cas du temps continu, si l’on considère une

densité spectrale constante sur ] − ∞,∞[, il n’existe pas de processus aléatoire du second ordre

admettant cette densité. La définition rigoureuse d’un bruit blanc nécessite des outils théoriques

supplémentaires pour être correctement établie. Dans les paragraphes suivants, nous présentons

brièvement une définition possible de bruit blanc défini sur X = Rd.

Considérons une mesure µ σ-finie sur B(Rd). Soit une fonction aléatoire W (ω,B) paramétrée

par les ensembles B de mesure finie de B(Rd), à valeurs dans R, admettant la propriété d’additivité

suivante : quels que soient B1 et B2 disjoints, W (B1 ∪B2) = W (B1) +W (B2) avec probabilité 1.

Supposons de plus E[W (B)] = 0, ∀B ∈ B(Rd), et

Cov[W (B1),W (B2)] = µ(B1 ∩ B2) , ∀B1, B2 ∈ B(Rd) .

Une telle fonction d’ensembles W s’appelle une mesure aléatoire. Nous en rappellerons la définition

précise dans la section 2.4.2. Les expressions intégrales du type

U =

∫

X

ϕ(x)dW (x) , (2.5)

où ϕ(x) est une fonction de L2(Rd,B(Rd), µ), sont des intégrales stochastiques (Doob, 1953 ;

Rozanov, 1967) dont le sens précis sera revu dans la section 2.4.2. Les variables aléatoires U ainsi
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définies forment un espace complet, lorsque ϕ parcourt L2(Rd,B(Rd), µ). Formellement, nous

pouvons considérer la dérivée N(x) = (dW/dµ)x et écrire (2.5) sous la forme
∫
ϕ(x)N(x)dµ(x).

De même nous pouvons écrire l’expression Cov[N(x), U ] à la place de dCov[W (B), U ]/dµ. L’objet

N(x) ainsi construit s’appelle bruit blanc.

À moins que le point x n’ait une mesure positive, N(x) n’a pas de signification propre. Seules

les expressions intégrales
∫
ϕNdµ, ϕ ∈ L2(Rd,B(Rd), µ), et les covariances Cov[N(x), U ], x ∈ Rd

ont un sens correctement défini comme ci-dessus. Nous n’entrerons pas davantage dans les détails

de la théorie des distributions aléatoires. Pour résumer, le bruit blanc à paramètres continus est

un processus aléatoire qui ne peut pas être évalué en un point x. Pour cette raison, nous éviterons

l’emploi de tels bruits blancs dans les modèles aléatoires que nous considérerons. Toutefois, la

notion de bruit blanc joue un rôle important dans la modélisation de perturbations, en particulier

lorsque l’on commet des erreurs sur les observations de la sortie du système. Nous distinguerons

principalement deux cas.

Le cas d’erreurs d’observation sera modélisé par des variables aléatoires Nj , j = 1, . . . , n, indé-

pendantes. Il n’y a pas de raisons en effet de modéliser des erreurs d’observations, nécessairement

en nombre fini, par un processus aléatoire à paramètres continus.

S’il existe des raisons spécifiques de modéliser le système à l’aide d’un processus aléatoire com-

portant une composante de type bruit blanc, nous adopterons le point de vue des géostatisticiens

qui utilisent dans ce cas la notion d’« effet de pépites ». Un processus aléatoire comportant une

composante dite de « pépites » est un processus présentant des variations à très petite échelle.

Ces variations à très petite échelle se caractérisent donc par une fonction de corrélation ρ(x,y)

qui décrôıt rapidement dès que ‖x−y‖ augmente au voisinage de zéro. Cela signifie qu’à l’échelle

du domaine d’étude, la structure de corrélation est caractérisée par un saut à l’origine mais il ne

s’agit pas d’une discontinuité théorique. D’un point de vue numérique uniquement, un « effet de

pépite » se traduit par une discontinuité de la fonction de covariance à l’origine.

2.2 Processus gaussiens

2.2.1 Rôle des processus gaussiens

De multiples raisons expliquent le rôle central des processus gaussiens dans les modèles que

nous considérons. Tout d’abord, l’utilisation de variables aléatoires gaussiennes peut souvent être

justifiée par le principe du maximum d’entropie. En effet, lorsque nous modélisons la sortie d’un

système par un processus aléatoire, les connaissances a priori dont nous disposons ne permettent

pas en général de déterminer la loi du processus. Tout au plus, pouvons-nous estimer ses moments

d’ordre un et deux. Parmi tous les processus aléatoires de moyenne et de covariance données, le

principe du maximum d’entropie suggère alors de choisir ceux comportant le moins d’information

supplémentaire (au sens de la théorie de l’information). L’information est mesurée par l’entropie et

il s’agit donc de choisir un processus aléatoire tel que son entropie soit la plus grande possible. Or,

parmi toutes les lois de moyenne et de covariance données, la loi normale est celle qui a l’entropie

maximale. Le principe du maximum d’entropie peut être vu comme un principe de simplicité.

D’autre part, les processus gaussiens possèdent des propriétés théoriques spécifiques aujour-

d’hui très bien comprises (il existe des études détaillées comme par exemple Ibragimov et Rozanov
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(1978) ; Adler (1990)). Enfin, la forme très simple des répartitions finies d’un processus gaussien,

entièrement caractérisées par des moments d’ordre un et deux seulement, permet d’obtenir facile-

ment des solutions analytiques exactes pour nombre de problèmes théoriques et appliqués, comme

par exemple celui de la prédiction. Ainsi, les opérations de conditionnement et de marginalisa-

tion sur des variables aléatoires gaussiennes redonnent des variables aléatoires gaussiennes et il

suffit souvent d’effectuer des opérations simples d’algèbre matricielle pour trouver les paramètres

correspondants.

2.2.2 Définitions

Rappelons, sans démonstrations, les notions bien connues sur les processus gaussiens qui seront

nécessaires dans cette présentation. Une variable aléatoire X réelle est gaussienne si sa fonction

caractéristique

φX (u) =

∫

R

eıuxdPX (x) ,

est de la forme

φX(u) = exp

(
ıum− 1

2
σ2u2

)
.

On montre que m = E[X ] et σ2 = Var[X ]. La loi de X admet alors la densité

p(x) =
1√

2πσ2
exp

(
−1

2

(x−m)2

σ2

)
.

Définition 9. Un vecteur aléatoire (X1, . . . , Xn)
T est gaussien si toute combinaison linéaire de

ses composantes X1, . . . , Xn est une variable aléatoire gaussienne (avec la convention X = 0 est

une variable aléatoire gaussienne).

Si (X1, . . . , Xn)
T est un vecteur aléatoire du second ordre, rappelons que K = (ki,j)i,j=1,...,n,

où ki,j = Cov(Xi, Xj), i, j = 1 . . . n, est la matrice de covariance de ce vecteur aléatoire.

Proposition 4. Un vecteur aléatoire du second ordre X, de moyenne m et de matrice de cova-

riance K est gaussien si et seulement si sa fonction caractéristique

φX(u) =

∫

Rn

exp(ı(u,x))dPX(x) ,

où (u,x) désigne le produit scalaire canonique de Rn, s’écrit

φX(u) = exp

(
ı(u,m) − 1

2
(Ku,u)

)
. (2.6)

Démonstration. Voir par exemple (Ibragimov et Rozanov, 1978).

La moyenne est telle que ∀u ∈ Rn,

(u,m) =

∫

Rn

(u,x)dPX(x) .

La matrice de covariance est telle que, ∀u,v ∈ Rn,

(Ku,v) =

∫

Rn

[(u,x) − (u,m)][(v,x) − (v,m)]dPX(x) .
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Remarque. On dit qu’une probabilité sur Rn est gaussienne si elle est la loi d’un vecteur aléa-

toire gaussien.

Proposition 5. Une probabilité gaussienne sur Rn admet une densité sur Rn

p(x) =
1

(2π)n/2 det(K)1/2
exp

(
−1

2
(K−1(x − m), (x − m))

)
,

si et seulement si K est non-dégénérée.

Démonstration. Voir (Ibragimov et Rozanov, 1978).

Si X est un vecteur aléatoire gaussien et K n’est pas inversible, il existe u 6= 0 ∈ Rn, tel que

Ku = 0. La variable aléatoire Y = (u,X), de moyenne (u,m) et de variance (Ku,u) = 0, est telle

que P{Y = (u,m)} = 1. Donc X est presque sûrement dans l’hyperplan affine (x,u) = (u,m)

orthogonal à u. Autrement dit, la probabilité gaussienne PX est portée par le plan P = m+KRn,

de dimension p ≤ n, p étant le rang de K. On a donc PX(Rn\P ) = 0.

Si X1 et X2 sont deux variables aléatoires indépendantes de fonctions caractéristiques φX1 et

φX2 , la fonction caractéristique de la somme est donnée par φX1+X2 = φX1φX2 . Toute combinaison

linéaire de variables aléatoires gaussiennes indépendantes est donc gaussienne. De même, la limite

d’une suite de variables aléatoires gaussiennes (Xn)n∈N convergente en loi est une variable aléatoire

gaussienne. Pour s’en assurer, on peut utiliser le théorème général de Lévy suivant.

Théorème 3. Soit une suite (Xn)n∈N de variables aléatoires à valeurs dans Rd.

1. Si la suite (Xn) converge en loi vers X, alors φXn converge simplement vers φX .

2. Si les φXn convergent simplement vers une fonction complexe φ sur Rd, et si cette fonction

est continue en 0, alors c’est la fonction caractéristique d’une variable aléatoire X et (Xn)

converge en loi vers X.

Démonstration. Voir (Billingsley, 1995), section 26.

Définition 10. Un processus aléatoire est gaussien si toutes ses répartitions finies sont gaus-

siennes. Chacune des répartitions finies Px1,...,xn du processus aléatoire est caractérisée par sa

moyenne (m(x1), . . . ,m(xn)), où m(x), x ∈ X, est la moyenne de F (x), et par sa matrice de

covariance K = (k(xi,xj))i,j=1...n, où k(x,y), x,y ∈ X, est la covariance de F (x).

Par conséquent, la loi d’un processus aléatoire gaussien est définie de manière unique par la

donnée de sa moyenne m(x) et de sa covariance k(x,y).

2.3 Variables aléatoires à valeurs dans un espace hilbertien

Dans les sections précédentes, nous avons rappelé les définitions des variables, vecteurs et pro-

cessus aléatoires. Nous souhaitons maintenant généraliser ces notions et présenter celle de variables

aléatoires à valeurs dans des espaces hilbertiens, telle que définie par exemple dans (Ibragimov et

Rozanov, 1978). La notion de variable aléatoire à valeurs dans un espace de fonctions permet de

construire un processus aléatoire d’une autre manière que celle considérée ci-dessus. Dans les pa-

ragraphes précédents, un processus aléatoire avait été construit comme une collection de variables
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aléatoires à valeurs réelles, en mettant l’accent sur les répartitions finies. Ici, nous considérons

directement une application de Ω dans un espace de fonctions F . Le cas où F est un espace de

fonctions hilbertien présente un aspect théorique intéressant. L’intérêt de ce formalisme apparâıtra

plus précisément au chapitre 3, lorsque nous verrons les espaces hilbertiens de fonctions à noyau

reproduisant.

La notion de variables aléatoires à valeurs dans un espace hilbertien s’apparente à celle de

vecteur aléatoire gaussien ; rappelons qu’un vecteur aléatoire X est gaussien si et seulement si

X(u) = (X,u) est une variable aléatoire gaussienne, pour tout u ∈ Rn. Soit F un espace de

Hilbert et F (ω) une fonction définie sur un espace probabilisé (Ω,A,P) à valeurs dans F .

Définition 11. F : Ω → F est une variable aléatoire à valeurs dans F , si ∀u ∈ F , F (u) = (F, u)F
est une fonction mesurable sur (Ω,A,P).

F définit ainsi un processus aléatoire F (u), u ∈ F , à valeurs réelles. Par définition, F est une

variable aléatoire gaussienne si la variable aléatoire F (u) est gaussienne pour tout u. Si F est

séparable, on dit que F est à valeurs séparables.

Proposition 6. Les deux affirmations qui suivent sont équivalentes :

– la variable aléatoire F est gaussienne,

– le processus aléatoire F (u) est gaussien.

Démonstration. Supposons F gaussienne. Alors pour tous λ1, . . . , λn ∈ Rn et u1, . . . , un ∈ F , la

combinaison linéaire
n∑

i=1

λiF (ui) = (
n∑

i=1

λiui, F )F

est gaussienne. Donc le vecteur aléatoire (F (u1), . . . , F (un)) est gaussien ce qui montre que F (u)

est un processus gaussien. La réciproque est évidente.

Définition 12. Soit F un espace hilbertien. Un ensemble U ⊂ F est dit cylindrique s’il est de la

forme

U = {f ∈ F ; ((u1, f)F , . . . , (un, f)F) ∈ B}
où l’on choisit n ≥ 1, u1, . . . , un ∈ F , et un ensemble borélien B ⊂ Rn. Les ensembles cylindriques

génèrent sur F une σ-algèbre, que l’on note C(F).

Remarquons que si C(F) désigne la σ-algèbre cylindrique sur F , alors C(F) ⊆ B(F), où B(F)

désigne la σ-algèbre borélienne de F pour la topologie de la norme de l’espace hilbertien F (en

effet, on peut montrer que tout ensemble cylindrique est ouvert).

Proposition 7. Soit F une variable aléatoire dans l’espace hilbertien F . Avec le choix d’ensembles

mesurables C(F) de F , l’application F de (Ω,A,P) dans (F , C(F)) est mesurable.

Démonstration. Ce résultat a déjà été rencontré dans la section 2.1.1.

Définition 13. Si F est une variable aléatoire sur (Ω,A,P) à valeurs dans l’espace hilbertien F ,

la probabilité sur (F , C(F)) définie par

PF (U) = P{F−1(U)} , U ∈ C(F) ,

est la loi de F .
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Les notions de moyenne et de covariance s’étendent également aux variables aléatoires dans un

espace hilbertien. Une mesure µ sur (F , C(F)) est dite d’ordre p au sens faible si
∫

F

|(u, f)F |pdµ(f) <∞

pour tout u ∈ F . Une variable aléatoire F est d’ordre p (au sens faible) si sa loi possède la propriété

correspondante.

Proposition 8. Soit (Ω,A,P) un espace de probabilités, F un espace hilbertien, et F : Ω → F
une variable aléatoire d’ordre un au sens faible. Alors il existe un élément E[F ] ∈ F tel que

∫

Ω

(F (ω), u)FdP(ω) =

∫

F

(f, u)FdPF (f) = (E[F ], u)F (2.7)

pour tout u ∈ F .

Démonstration. Voir (Ibragimov et Rozanov, 1978).

L’élément E[F ] défini dans la proposition 8 est appelé moyenne de F (il s’agit d’une intégrale

dite de Pettis). Remarquons que (2.7) peut être réécrite

E[(F, u)F ] = (E[F ], u)F .

La moyenne de F (u) est notée

m(u) = E[F (u)] = (E[F ], u)F , u ∈ F .

L’application m(u) est linéaire et continue sur F (Ibragimov et Rozanov, 1978).

Proposition 9. Soit F un espace hilbertien de fonctions et µ une mesure du second ordre au sens

faible définie sur C(F). La forme bilinéaire définie sur F ×F par

Aµ(u, v) =

∫

F

(f, u)(f, v)dµ(f) −
∫

F

(f, u)dµ(f)

∫

F

(f, v)dµ(f)

pour tous u, v ∈ F , est continue pour la topologie de la norme de F . L’opérateur linéaire K défini

par

(Ku, v)F = Aµ(u, v) (2.8)

est auto-adjoint, positif et continu sur F .

Démonstration. Voir (Ibragimov et Rozanov, 1978).

Définition 14. K défini par (2.8) est appelé opérateur de covariance. L’opérateur de covariance

d’une variable aléatoire F du second ordre, caractérisée par sa loi PF , est donc défini par

(Ku, v) = E[(u, F )(v, F )] − E[(u, F )] E[(v, F )]

= E[((u, F ) − (E[F ], u))((v, F ) − (E[F ], v))] .

Soit F du second ordre, K son opérateur de covariance et k(u, v) la fonction de covariance de

F (u). Alors

(Ku, v) = k(u, v) .
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Le résultat suivant récapitule les relations vues ci-dessus entre l’ordre d’une variable aléatoire

F et l’ordre du processus aléatoire F (u) qu’elle définit.

Proposition 10. Soit F une variable aléatoire à valeurs dans F et F (u) le processus aléatoire

défini par F .

1. Si F est du premier ordre, alors F (u) est du premier ordre.

2. Si F est du second ordre, alors F (u) est du second ordre.

Démonstration. Si F est du premier ordre, chaque F (u) est intégrable car

E[|F (u)|] = E[|(F, u)|] <∞ .

De même, si F est du second ordre, F (u) est du second ordre pour tout u car

E[F (u)2] = E[(F, u)2] <∞

Les propriétés réciproques de la proposition précédente sont fausses : l’ordre d’un processus

aléatoire F (u) ne détermine pas l’ordre de la variable aléatoire F correspondante. (Lukic et Be-

der, 2001) en donne un exemple très instructif dans un contexte d’espaces hilbertiens à noyau

reproduisant. Nous reproduisons ci-dessous une partie de cet exemple.

Exemple. Considérons l’espace F = `2(a) des suites de carré sommable avec poids an = n2,

muni du produit scalaire (u, v) =
∑∞

n=1 n
2unvn. Soit la fonction F : N → F , définie par

F (n) = en , ∀n ∈ N ,

où en = (0, . . . , 1
n , 0, . . .), n = 1, 2, . . ., forme une base orthonormée de F . En choisissant l’espace

mesuré (N,P(N),P) avec

P(n) = pn , pn > 0
∑

n

pn = 1 ,

F est une variable aléatoire à valeurs dans F . Clairement, F (en) = (F, en)F , n ∈ N, est un

processus aléatoire à trajectoires dans F , du second ordre, avec E[F (en)] = E[F (en)2] = pn et

E[F (en)F (em)] = 0, si n 6= m (remarquer que F (i, en) vaut 1 si et seulement si i = n). Pour tout

u ∈ F , F (u) = (F, u)F =
∑
nF (en)un et

E[F (u)2] = E[(F, u)2F ] =
∑

n

E[F (en)2]n2u2
n ≤ ‖u‖2 <∞ ,

ce qui montre que F (u) est du second ordre pour tout u ∈ F .

La loi de probabilité PF de F est une probabilité sur (`2(a), C), où C est la σ-algèbre cylindrique

de `2(a). PF est portée par l’ensemble {ei} et telle que PF (en) = P(n) = pn. En choisissant par

exemple pn = C/n
3
2 , où C est un coefficient de normalisation, m = E[F ] = (C/n

3
2 )n n’est pas

un élément de l’espace hilbertien F = `2(a). Par conséquent F n’est pas une variable aléatoire du

premier ordre, contrairement à F (u).



2.4 Propriétés d’un processus aléatoire 37

2.4 Propriétés d’un processus aléatoire

Rappelons quelques notions fondamentales utilisées dans le cadre de la prédiction linéaire.

2.4.1 Stationnarité

Définition 15. Un processus aléatoire F (x), x ∈ Rd, est stationnaire (au sens strict) si ses

répartitions finies sont invariantes par translation.

La stationnarité d’un processus aléatoire implique que ses moments, s’ils existent, sont inva-

riants par translation.

Définition 16. Un processus aléatoire du second ordre est stationnaire au second ordre si ses

moments d’ordre deux sont invariants par translation. Dans ce casm(x) = m et k(x,y) = k(x−y),

avec l’abus de notation usuel. On parle alors de covariance stationnaire.

Dans le cas des processus gaussiens, la stationnarité au second ordre implique la stationnarité

au sens strict. Dans la littérature, on trouve aussi le terme de champ aléatoire homogène pour

désigner un processus aléatoire stationnaire sur Rd.

Remarques sur la forme des covariances stationnaires. Une covariance stationnaire est

telle que |k(h)| ≤ k(0) ∀h ∈ Rd, d’après l’inégalité de Schwarz. La covariance à l’origine k(0)

est la variance du processus. Les propriétés d’un processus aléatoire gaussien stationnaire sont

déterminées par la forme de la corrélation. Ceci explique que dans le cas de processus stationnaires,

certains ouvrages ne font pas la distinction entre fonction de corrélation et de covariance.

Nous supposons dans la suite de ce chapitre que les processus sont stationnaires, et ceci pour

deux raisons. La première est que l’invariance des propriétés du modèle aléatoire par translation

dans l’espace des facteurs est importante dans l’étape de l’estimation du modèle (choix de la co-

variance, voir le chapitre 5). En effet, les observations de la sortie du système correspondent à une

seule réalisation du processus aléatoire. Or l’inférence statistique des paramètres du modèle né-

cessite en principe une répétition des réalisations. On espère donc pouvoir remplacer la répétition

des réalisations par une répétition dans l’espace des facteurs. La seconde raison fondamentale qui

justifie l’hypothèse de stationnarité est que les processus stationnaires admettent une représenta-

tion spectrale (voir la section 2.4.2). Au chapitre 4, le cas de processus aléatoires à moyenne non

stationnaires sera traité en se ramenant à des processus stationnaires.

Quand plusieurs processus aléatoires sont considérés simultanément, on peut donner la défini-

tion suivante.

Définition 17. Les processus aléatoires Fα(x), α = 1, . . . , q, x ∈ Rd sont stationnairement

corrélés si leur moyenne est constante, c’est-à-dire, E[Fα(x)] = mα, α = 1, . . . , q, et si les fonctions

de covariance et d’inter-covariances sont invariantes par translation :

kα,β(x + h,y + h) = kα,β(x,y) , ∀h .
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2.4.2 Éléments de représentation spectrale des processus stationnaires

Cette section rappelle les quelques notions de représentation spectrale qui seront utilisées dans

la section 2.4.3 et au chapitre 5.

Théorème 4 (Bochner). Une fonction réelle k(h), h ∈ Rd est de type positif si et seulement si

elle peut être représentée sous la forme

k(h) =

∫

Rd

eı(u,h)dξ(u) ,

où ξ(u) est une mesure positive bornée sur Rd.

Démonstration. Voir par exemple (Gikhman et Skorohod, 1974).

Soit F (x), x ∈ Rd, un processus aléatoire stationnaire de moyenne nulle et de covariance k(h).

La mesure ξ correspondant à une covariance est appelée mesure spectrale de F (x). Lorsque la

mesure spectrale admet une densité, on parle de densité spectrale. Les propriétés de la densité

spectrale sont utiles pour caractériser un processus aléatoire du second ordre. Par exemple, on

peut relier la densité spectrale à la régularité du processus (voir la section 2.4.4) ou établir la

forme des covariances isotropes en dimension d (voir le chapitre 5).

En vue d’obtenir une représentation spectrale d’un processus aléatoire du second ordre sta-

tionnaire, il est classique de définir la notion de processus à accroissement orthogonaux, puis la

notion d’intégrale stochastique. Nous nous limiterons à quelques rappels de définitions. Pour plus

de détails, voir (Rozanov, 1967 ; Brockwell et Davis, 1987) ou des traités d’analyse fonctionnelle

comme (Riesz et Nagy-Sz., 1965), qui traite des représentations spectrales de manière générale.

Définition 18 (Mesure aléatoire). Une fonction Φ définie sur la tribu borélienne B(Rd), à

valeurs dans L2(Ω,A,P), est une mesure aléatoire si elle possède la propriété d’additivité dénom-

brable :

∀(Bj)j∈N ∈ B(Rd) tel que Bj ∩ Bk = ∅ pour j 6= k ,Φ(∪j∈NBj) =
∑

j∈N

Φ(Bj) ,

et la propriété d’orthogonalité :

∀B1, B2 ∈ B(Rd) tel que B1 ∩ B2 = ∅ E[Φ(B1)Φ(B2)] = 0 .

À une mesure aléatoire, on associe une mesure positive définie par

ξΦ(B) = ‖Φ(B)‖2 .

Pour construire des intégrales stochastiques, on considère d’abord le cas des fonctions étagées

à support compact de la forme
∑

j∈J aj
�
Bj , avec (Bj)j∈J une partition finie d’un compact,

auxquelles on associe les grandeurs
∑

j ajΦ(Bj). Par un critère de densité, on définit ensuite

l’intégrale stochastique d’une fonction f ∈ L2(Rd,B(Rd), ξΦ) notée

∫

Rd

f(u)dΦ(u) ,
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et telle que ∥∥∥∥
∫

Rd

f(u)dΦ(u)

∥∥∥∥
2

=

∫

Rd

|f(u)|2dξΦ(u) .

(Une fonction f sur Rd est donc intégrable par rapport à une mesure aléatoire Φ si et seulement

si f ∈ L2(Rd,B(Rd), ξΦ).)

Théorème 5 (Représentation spectrale). Soit F (x), x ∈ Rd, un processus aléatoire du second

ordre de moyenne nulle, stationnaire et à covariance continue. (F (x) est donc continu en moyenne

quadratique, voir la section 2.4.4.) Il existe une mesure aléatoire ΦF unique (à une équivalence

près) telle que

F (x) =

∫

Rd

eı(u,x)dΦF (u) .

Démonstration. Voir (Rozanov, 1967).

Remarque. Le théorème de Stone (Riesz et Nagy-Sz., 1965 ; Yosida, 1980) est un outil fonda-

mental pour établir le théorème de représentation spectrale dans le cas de processus à paramètres

continus. Son utilisation suppose la continuité de la covariance.

2.4.3 L’espace H
Nous nous intéressons maintenant à l’espace généré par un processus F (x), x ∈ Rd, du second

ordre et de moyenne nulle. Notons Λ̃ l’espace vectoriel des mesures à support fini sur Rd. Les

éléments de Λ̃ sont de la forme λ =
∑n
i=1 λiδxi , avec λi ∈ R, ∀i, et δxi la mesure telle que δxi(B)

vaut un si xi ∈ B, et zéro sinon. Considérons aussi H̃ le sous-espace vectoriel de L2(Ω,A,P) généré

par les combinaisons linéaires de variables aléatoires F (x), x ∈ Rd.

Le processus aléatoire F (x), vu plus haut comme une fonction Rd → H̃, est étendu en consi-

dérant l’application linéaire

F : Λ̃ → H̃
λ =

∑n
i=1 λiδxi 7→ F (λ) =

∑n
i=1 λiF (xi) .

(2.9)

Les éléments de H̃ sont donc des éléments F (λ), λ ∈ Λ̃. Remarquons que F (λ) peut être vu comme

une intégrale stochastique.

La covariance de F (x) est étendue au processus F (λ), λ ∈ Λ̃ :

k : Λ̃ × Λ̃ → R

(λ, µ) 7→ k(λ, µ) =
∑n,m

i,j=1 λiµjk(xi,yj) .

L’opérateur k(λ, µ) est bilinéaire, symétrique et positif sur Λ̃ × Λ̃. On peut encore considérer la

covariance comme un opérateur sur H̃ × H̃ en posant k(F (λ), F (µ)) = k(λ, µ). Si l’on requiert de

plus que la covariance k(x,y) soit définie positive, alors ‖F (λ)‖ = 0 implique λ = 0 et F (λ) = 0.

Dans ce cas, l’opérateur de covariance définit un produit scalaire sur H̃.

Moyennant cette condition, H̃ est préhilbertien. Soit H un complété de H̃ pour le produit

scalaire défini par k. H est un espace hilbertien appelé espace généré par F (x), x ∈ Rd. De

même, l’espace Λ̃, muni du produit scalaire k(λ, µ), est préhilbertien. Soit Λ un complété de Λ̃.
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L’application linéaire F se prolonge sur Λ par continuité. Les espaces H et Λ ainsi construits sont

isométriques.

Dans les paragraphes suivants, nous regardons les propriétés de H lorsque l’on suppose F (x)

stationnaire. Au processus aléatoire F (x) correspond alors une mesure spectrale ξF , ainsi qu’une

mesure aléatoire ΦF telle que F (x) admet la représentation spectrale

F (x) =

∫

Rd

eı(u,x)dΦF (u) .

La proposition suivante permet d’établir une correspondance entre les éléments de H et la repré-

sentation spectrale de F (x).

Théorème 6. L’opérateur linéaire

% :
∑n

i=1 λie
ı(u,xi) 7→ F (λ) , λ =

∑n
i=1 λiδxi

se prolonge en un isomorphisme de L2(Rd,B(Rd), ξF ) dans H

Démonstration. Voir (Rozanov, 1967). La preuve utilise le fait que l’ensemble des combinaisons

linéaires
∑n
i=1 λie

ı(u,xi) est un sous-ensemble dense de L2(Rd,B(Rd), ξF ).

Grâce à ce résultat, on sait qu’à tout élément X ∈ H correspond une fonction ϕX (u) ∈
L2(Rd,B(Rd), ξF ). Notons que L2(Rd,B(Rd), ξF ) est muni du produit scalaire

(ϕX , ϕY )L2(ξF ) = (X,Y )H =

∫

Rd

ϕX(u)ϕY (u)∗dξF (u) .

De plus (Rozanov, 1967), X et ϕX sont liés par

X =

∫

Rd

ϕX (u)dΦF (u) . (2.10)

La formule (2.10) nous donne par conséquent une représentation spectrale de tout élément appar-

tenant à l’espace H. La fonction ϕX dans (2.10) est appelée caractéristique spectrale de X .

Soit T un opérateur linéaire sur H, alors l’équation

Y = TX =

∫

Rd

ϕY (u)dΦF (u) = T
[ ∫

Rd

ϕX(u)dΦF (u)
]

=

∫

Rd

[T ′ϕX ](u)dΦF (u)

définit un opérateur linéaire T ′ sur L2(Rd,B(Rd), ξF ). Inversement, tout opérateur linéaire T ′

sur L2(Rd,B(Rd), ξF ) correspond à un opérateur linéaire T sur H. Par exemple, l’opérateur de

translation τh dans H correspond à l’opérateur de multiplication par eı(h,u).

Nous nous intéressons plus spécifiquement maintenant aux opérations de filtrage linéaire.

Définition 19 (Filtrage linéaire). Un processus F1(x) x ∈ Rd est un filtrage linéaire de F (x)

s’il peut être représenté sous la forme

F1(x) =

∫

Rd

eı(u,x)ϕ1(u)dΦF (u) ,

où ϕ1(u) est une fonction de L2(Rd,B(Rd), ξF ). Par conséquent, F1(x) ∈ H, ∀x ∈ Rd.
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Remarque. Il est important de se limiter aux fonctions de L2(Rd,B(Rd), ξF ) afin que le pro-

cessus F1(x) soit du second ordre, car

‖F1(x)‖2 =

∫

Rd

|ϕ1(u)|2dξF (u) .

Proposition 11. F (x) et F1(x) sont stationnairement corrélés.

Démonstration.

(F1(x), F (y))H =

∫

Rd

eı(u,x)ϕ1(u)e−ı(u,y)dξF (u) =

∫

Rd

eı(u,x−y)ϕ1(u)dξF (u)

ne dépend que de x − y.

Remarquons qu’un processus aléatoire F1(x) stationnairement corrélé avec F (x) est issu d’un

filtrage linéaire de F (x) si et seulement si il existe un x0 ∈ Rd tel que F1(x0) ∈ H ; on a F1(x) =

τ(x−x0)F1(x0), ∀x.

Par la suite, nous devrons déterminer la covariance du processus filtré ainsi que les inter-

covariances entre F (x) et F1(x). On obtient classiquement les relations appelées formules des

interférences (rappelées par exemple dans (Chonavel, 2002)).

Exemple : dérivée de F (x). Considérons un processus aléatoire du second ordre F (x), x ∈ R.

F (x) est dérivable en moyenne quadratique si la limite de ‖h−1(F (x+ h)−F (x))‖H existe quand

h tend vers 0 (voir la section 2.4.4). Comme

h−1(F (x+ h) − F (x)) =

∫

R

h−1(eıu(x+h) − eıux)dΦF (u) ,

F (x) est dérivable en moyenne quadratique si la fonction

h 7→ h−1(eıu(x+h) − eıux)

converge dans L2(R,B(R), ξF ). La dérivée de F (x) admet alors la représentation

F ′(x) =

∫

R

ıueıuxdΦF (u) .

2.4.4 Propriétés sur des trajectoires

Différentes notions de continuité

Si la sortie effective du système à modéliser est continue en fonction des facteurs, il est bien

sûr pertinent de choisir un modèle aléatoire ayant aussi des trajectoires continues. En pratique, on

voudrait donc savoir si un modèle aléatoire donné par sa loi ou par ses moments a des propriétés

de continuité. La notion de continuité pour un processus aléatoire peut toutefois être définie en

plusieurs sens. Rappelons les différentes notions de continuité utilisées ainsi que leurs relations.

Définition 20 (Continuité des trajectoires). F (x) possède des trajectoires continues avec

probabilité 1 si

P{ lim
x→x0

F (x) − F (x0) = 0 , ∀x0 ∈ X} = 1
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La continuité des trajectoires est souvent la propriété désirée pour un modèle de type bôıte

noire. Cependant, il s’agit d’une propriété forte. Des notions de continuité plus faibles existent.

Définition 21 (Continuité en probabilité). Un processus aléatoire F (x) est dit continu en

probabilité en x0 si F (x) converge en probabilité vers F (x0) quand x tend vers x0, c’est à dire si

lim
x→x0

P{|F (x) − F (x0)| > ε} = 0 ∀ε > 0 .

Définition 22 (Continuité presque sûre). Un processus aléatoire F (x) est dit continu presque

sûrement en x0 si F (x) converge presque sûrement vers F (x0) quand x tend vers x0, c’est à dire

si

P{ lim
x→x0

F (x) = F (x0)} = 1

Définition 23 (Continuité en moyenne quadratique). Un processus aléatoire F (x) est dit

continu en moyenne quadratique en x0 si F (x) converge en moyenne quadratique vers F (x0)

quand x tend vers x0, c’est à dire si

lim
x→x0

E[(F (x) − F (x0))
2] = 0

Pour chacune des définitions 21 à 23, un processus est continu sur X s’il est continu pour tout

x ∈ X. Les définitions 21 à 23 correspondent bien à des notions plus faibles que la définition 20,

et qui ne garantissent pas la continuité des trajectoires. Ainsi dans l’exemple de la section 2.1.1,

le processus F2(x) est continu en probabilité sur [0, 1], puisque

P{|F (x) − F (x0)| > ε} = P{w = x} + P{w = x0} = 0 ,

alors que les trajectoires de F2(x) ne sont pas continues. On peut vérifier que F2(x) est encore

continu presque sûrement et en moyenne quadratique.

Les relations bien connues entre convergences impliquent les relations correspondantes entre les

continuités. Ainsi, la continuité en moyenne quadratique n’implique pas en général la continuité

presque sûre et réciproquement. Par contre, les continuités presque sûre et en moyenne quadratique

impliquent la continuité en probabilité.

Lorsque l’on dispose d’hypothèses supplémentaires sur le processus aléatoire considéré, il est

possible de trouver des relations supplémentaires entre les continuités. Nous souhaitons avant tout

présenter l’influence des moments d’ordre deux sur les continuités. Ce point est important, car

dans le cadre de la prédiction linéaire, ce sont les moments d’ordre deux que nous aurons à choisir.

Proposition 12. Soit F (x) un processus aléatoire du second ordre à moyenne continue. Alors

F (x) est continu en moyenne quadratique en x0 si et seulement si sa covariance k(x,y) est

continue en (x,y) = (x0,x0). Si k(x,y) est continue sur sa diagonale x = y, alors elle est

continue partout.

Démonstration. Après avoir soustrait la moyenne :

|k(x,y) − k(x0,x0)| = E[F (x)F (y) − F (x0)
2]

= E[(F (x) − F (x0))(F (y) − F (x0)]

−E[F (x0)(F (x0) − F (y))] + E[F (x0)(F (x) − F (x0))] .
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Si F (x) est continu en moyenne quadratique en x0, les trois termes de droite tendent vers 0

lorsque (x,y) → (x0,x0), d’après l’inégalité de Schwarz, et donc k(x,y) est continue en (x0,x0).

La réciproque est immédiate.

Nous ne donnons pas la preuve de la deuxième partie de la proposition. Voir (Stein, 1999) dans

le cas stationnaire et (Adler, 1981) pour le cas général.

Dans le cas de processus stationnaires, une relation très importante existe entre la continuité

en moyenne quadratique et la mesure spectrale. On peut en effet utiliser le fait qu’il existe une

dépendance entre la régularité d’une fonction f : R → R et la décroissance de sa transformée de

Fourier f̃(u) quand u tend vers l’infini pour obtenir la proposition suivante.

Proposition 13 (Régularité et décroissance (en dimension 1)). Une fonction intégrable

f : R → R est bornée avec ses dérivées jusqu’à l’ordre p continues et bornées si

∫

R

|f̃(u)|(1 + |u|p)du < +∞ . (2.11)

Démonstration. Si f̃(u) ∈ L1(R), alors on vérifie à l’aide de la formule de Fourier inverse que f

est continue et bornée :

|f(x)| ≤ 1

2π

∫

R

|eıuxf̃(u) |du =
1

2π

∫

R

|f̃(u) |du (2.12)

et

|f(x) − f(y)| ≤ 1

2π

∫

R

|(eıux − eıuy)f̃(u) |du x→y−→ 0

d’après le théorème de convergence dominée.

La transformée de Fourier de la dérivée de f à l’ordre k est (ıu)kf̃(u). D’après (2.11) et (2.12),∫
R
|f̃(u)||u|kdu < +∞ pour tout k ≤ p, ce qui montre que f (k)(x) est continue et bornée.

Ainsi, si la densité spectrale dξF (u)/du de F (x), x ∈ R, est telle que l’on ait

|dξF (u)/du| ≤ K

1 + |u|1+ε

avec K et ε > 0, alors F (x) est continue en moyenne quadratique. Le résultat se généralise aux

ordres supérieurs (voir le paragraphe Différentiabilité, page 45).

Théorèmes généraux impliquant la continuité des trajectoires

Nous avons mentionné plus haut que la continuité en moyenne quadratique n’implique pas

en général la continuité des trajectoires. Il existe de nombreux résultats permettant de garantir

la continuité des trajectoires à partir de conditions sur les lois des processus ou même sur les

moments (nous avons vu précédemment que de telles propriétés, qui impliquent des ensembles

non dénombrables de variables aléatoires, ne peuvent être établies qu’à une modification près

des processus aléatoires, ce que nous sous-entendrons par la suite). Les approches modernes de

ces questions fournissent des résultats fins mais dont les preuves sont souvent très techniques

(Dudley, 1973 ; Talagrand, 1987 ; Adler, 1990). Pour établir la continuité des trajectoires, on

cherche souvent à majorer des queues de distribution de probabilité. Nous rappelons seulement
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ci-dessous quelques conditions suffisantes de continuité des trajectoires qui sont les plus utiles en

pratique. Des démonstrations peuvent par exemple être trouvées dans (Belyaev, 1961 ; Cramér et

Leadbetter, 1967 ; Adler, 1981).

Proposition 14 (processus sur R). S’il existe des constantes C > 0 et η > α > 0, telles que

pour h > 0 suffisamment petit,

E
[
|F (x+ h) − F (x)|α

]
≤ C|h|

|log|h||1+η ,

alors il existe une modification (définition page 25) de F (x) qui possède des trajectoires continues

avec probabilité 1. Notons que de nombreux processus satisfont une inégalité plus forte du type

E
[
|F (x + h) − F (x)|α

]
≤ C|h|1+η

avec α > 0 et η > 0.

Démonstration. Sans donner la démonstration (Cramér et Leadbetter, 1967), il peut être intéres-

sant d’indiquer de manière informelle que l’on commence par obtenir une condition suffisante de

continuité des trajectoires en majorant des queues de probabilité : il existe deux fonctions ε(h) et

g(h) satisfaisant certaines conditions telle que, pour tout h tel que ‖h‖ ≤ h,

P{|F (x + h) − F (x)| > ε(h)} ≤ g(h).

On applique ensuite l’inégalité de Markov

P{|F (x + h) − F (x)| > ε(‖h‖)} ≤ E[|F (x + h) − F (x)|α]

|ε(‖h‖)|α

avec une fonction ε(h) correctement choisie.

Proposition 15 (processus sur Rd). Soit F (x), x ∈ Rd un processus aléatoire. S’il existe des

constantes C > 0 et η > α > 0 telles que dans un voisinage de ‖h‖ = 0,

E
[
|F (x + h) − F (x)|α

]
≤ C‖h‖2d

|log‖h‖|1+η ,

alors F (x) possède des trajectoires continues sur tout intervalle compact de Rd avec probabilité 1.

Démonstration. Ce résultat (plus faible pour d = 1 que la proposition 14) est donné sans preuve

dans Adler (1981) d’après Belyaev (1972).

Exemple. On sait que le mouvement brownien possède des trajectoires continues avec proba-

bilité 1. Les incréments W (t + h) − W (t) sont des variables aléatoires gaussiennes centrées de

variance h. Par conséquent, E[|W (t + h) −W (t)|p] = Cp|h|p/2, où Cp est le moment d’ordre p

d’une variable aléatoire de loi gaussienne centrée de variance unité. On peut vérifier que, pour h

suffisamment petit,

E
[
|W (t+ h) −W (t)|4

]
= C4|h|2 < C4|h|/|log(|h|)|6
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et donc la condition suffisante de la proposition 14 est vérifiée pour α = 4.

Cette condition suffisante est toutefois restrictive si on ne connâıt que des moments d’ordre deux

d’un processus aléatoire. Pour un processus stationnaire avec α = 2, par exemple, le comportement

de la borne impose une fonction de covariance avec une pente tendant relativement rapidement

vers 0 au voisinage de l’origine (en |h|2/|log(|h|)|β). Pour les processus aléatoires gaussiens, il est

possible d’obtenir une condition suffisante beaucoup moins restrictive donnée par la proposition

suivante.

Proposition 16. Si F (x) est un processus aléatoire gaussien du second ordre, de moyenne nulle

et admettant une covariance continue, et s’il existe des constantes C > 0 et ε > 0, telles que pour

‖x − y‖ < 1

E[|F (x) − F (y)|2] ≤ C

|log‖x − y‖ |1+ε , (2.13)

alors F (x) admet des trajectoires continues avec probabilité 1.

Démonstration. Voir (Adler, 1981) pour une preuve assez technique.

(D’autres résultats concernant le cas gaussien pourront être trouvés dans (Cramér et Leadbet-

ter, 1967 ; Belyaev, 1972 ; Dudley, 1973).) Si l’on suppose de plus F (x) stationnaire, la condi-

tion (2.13) peut se réécrire simplement à l’aide de la fonction de corrélation ρ(h) de F (x) : s’il

existe C > 0 et ε > 0, telle que pour ‖h‖ < 1

1 − ρ(h) ≤ C

|log‖h‖|1+ε , (2.14)

alors F (x) admet des trajectoires continues avec probabilité un. La borne de (2.14) est une fonction

croissante en ‖h‖ tendant vers zéro à l’origine et vers l’infini lorsque ‖h‖ tend vers un. Remarquons

qu’un changement d’échelle n’a pas d’influence sur les propriétés de continuité et que la condition

‖h‖ < 1 pourrait éventuellement être remplacée par ‖h‖ < η, avec η arbitrairement petit (0 <

η < 1). Par conséquent, la condition (2.14) porte sur la vitesse de convergence de la corrélation à

l’origine. La figure 2.2 représente la borne |logh|−(1+ε) pour différentes valeurs de ε. Cette figure

suggère que la pente de la borne crôıt très rapidement quand h se rapproche de zéro et on peut

vérifier par le calcul que la dérivée tend vers l’infini quand h tend vers zéro.

En se fondant sur cette observation, (Abrahamsen, 1997) affirme que toutes les fonctions de

covariances continues utilisées en pratique respectent cette borne. En pratique, il est par conséquent

possible de considérer qu’un processus aléatoire gaussien à moyenne et à covariance continue

possède des trajectoires continues avec probabilité un.

Dérivabilité

Nous nous intéressons dans cette section aux propriétés des dérivées des trajectoires d’un

processus aléatoire. En automatique, par exemple, il est fréquent de devoir utiliser les dérivées des

sorties d’un système. Un modèle bôıte noire de ce système doit donc permettre une estimation de

ces dérivées. Dans la théorie des processus aléatoires, les notions de dérivabilité se traitent de la

même façon que les notions de continuité. Les notions les plus intéressantes à définir sont celles

de la dérivabilité en moyenne quadratique et dérivabilité des trajectoires avec probabilité un.
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Fig. 2.2 – Fonction |logh|−(1+ε) tracée pour plusieurs valeurs de ε (0.01, 0.25, 0.5 et 1). La figure

de droite est un agrandissement autour de l’origine de la figure de gauche.

Soit F (x), x ∈ Rd, un processus aléatoire du second ordre. Considérons le processus Fh,t(x),

h ∈ Rd, t ∈ R, défini par

Fh,t(x) =
F (x + th) − F (x)

t

Le processus F (x) est dérivable en moyenne quadratique en x0 dans la direction h si Fh,t(x0)

converge en moyenne quadratique lorsque t tend vers zéro. Si la limite existe quelle que soit la

direction h, on dira que le processus est dérivable en moyenne quadratique. De même, on dira que

F (x) possède des trajectoires dérivables en x0 avec probabilité un, s’il existe un ensemble N de

mesure négligeable telle pour tout ω ∈ Ω\N et ∀h ∈ Rd, la limite de Fh,t(ω,x0) existe lorsque t

tend vers zéro. On montre aisément que si les limites limt→0 Fh,t(x0) existent à la fois en moyenne

quadratique et avec probabilité un, alors les deux limites sont égales.

Si F (x) est dérivable en x0, nous notons ∇F (x) le processus aléatoire gradient à valeurs

vectorielles dans Rd tel que, ∀h,

lim
t→0

Fh,t(x0) = (∇F (x0),h) .

Dans le cas d’un processus défini sur R, le processus dérivé sera noté F ′(x) ou F (1)(x).

Les moments du second ordre du processus gradient ∇F (x) (sous condition d’existence de

celui-ci) se déduisent simplement des moments de F (x). Si l’on pose m(x) = E[F (x)], alors

E[∇F (x)] = ∇m(x) .

Le vecteur d’inter-covariances entre F (x) et ∇F (x) est tel que

Cov[F (x),∇F (y)] = ∇yk(x,y) ,

et les éléments de la matrice d’inter-covariances K(2) entre les composantes de ∇F (x) valent

k
(2)
i,j =

∂2

∂x[i]∂y[j]
k(x,y) .
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Nous ne démontrons pas ces expressions mais dans le cas où x ∈ R et F (x) est stationnaire,

on peut noter que le processus Ft(x) = (F (x+ t) − F (x))/t a pour fonction de covariance

kt(h) =
1

h2
(2k(h) − k(h+ t) − k(h− t)) ,

et que l’on a bien limt→0 kt(h) = −k(2)(h).

Les conditions de dérivabilité des trajectoires de F (x) avec probabilité 1 s’obtiennent de la

même manière que les conditions de continuité des trajectoires, en transposant les résultats pré-

cédents aux composantes du vecteur gradient ∇F (x). Il n’est pas nécessaire d’expliciter cette

généralisation.

Une condition suffisante de dérivabilité en moyenne quadratique est rappelée dans la proposi-

tion suivante.

Proposition 17. Soit F (x), x ∈ Rd, un processus aléatoire du second ordre admettant la fonction

de covariance k(x,y). Si les dérivées partielles ∂2k(x,y)/∂x[i]∂y[i], i = 1, . . . , d, existent et sont

finies en (x0,x0), alors F (x) est dérivable en moyenne quadratique en x0.

Démonstration. Voir (Cramér et Leadbetter, 1967) par exemple.

Dans le cas x ∈ R, on peut remarquer le lien entre dérivabilité (à l’ordre p) en moyenne

quadratique et la décroissance de la densité spectrale. D’après la proposition 13, si

∣∣∣dξF (u)

du

∣∣∣ ≤ K

1 + |u|2p+ε

avec K et ε > 0, alors F (x) est dérivable à l’ordre p en moyenne quadratique.

2.5 Prédiction linéaire des processus du second ordre de

moyenne nulle, krigeage

Dans les sections précédentes, nous avons présenté une synthèse des éléments classiques de la

théorie des processus aléatoires. Par la suite, nous allons modéliser la sortie d’un système par un

processus aléatoire paramétré par un ensemble de facteurs caractérisant l’état du système. Pour le

moment, nous traitons le cas d’un processus à moyenne nulle ou connue (le cas général sera vu au

chapitre 4). Ceci nous permet de spécifier les propriétés des trajectoires du processus aléatoire en

choisissant essentiellement une fonction de covariance. Dans ce type de modèle, nous supposons

que la sortie du système correspond à une trajectoire particulière du processus aléatoire. Cette

trajectoire, qui n’est généralement observée que partiellement, doit donc être prédite afin d’utiliser

le modèle quelles que soient les valeurs des facteurs.

La prédiction linéaire est une méthode des plus simples mais se révèle satisfaisante dans la

plupart des cas rencontrés. Le krigeage, qui est en soit une prédiction linéaire, a été développé en

géostatistique avec un point de vue très proche du problème de modélisation de système que nous

nous posons. Nous présentons dans un premier temps les aspects élémentaires du krigeage, puis les

notions permettant de modéliser des systèmes à plusieurs sorties observées en présence de bruit.

Nous présentons enfin différentes mises en œuvre de la méthode, comme le krigeage dual ou une

méthode récursive inspirée d’un algorithme de prédiction de série chronologique.
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2.5.1 Krigeage

Prédiction

Dans cette section, nous introduisons le principe de la prédiction linéaire du point de vue

de la projection de meilleure approximation sur le sous-espace vectoriel généré par les variables

aléatoires observées. Il s’agit donc de s’intéresser aux estimateurs linéaires optimaux en moyenne

quadratique. Il existe d’autres points du vue permettant de retrouver les équations de la prédiction

linéaire optimale. En particulier, si l’on considère des processus gaussiens, le point de vue bayésien

et le point de vue du maximum de vraisemblance conduisent aux mêmes équations (Williams et

Rasmussen, 1996 ; Williams, 1997). Plusieurs approches déterministes sont aussi envisageables.

Mentionnons l’approche d’optimisation directe des poids (Roll et al., 2003) et l’approche de la

régression linéaire régularisée (Nashed et Wahba, 1974 ; Nashed, 1976 ; Tikhonov et Arsenin,

1977). Le point de vue de la régression linéaire régularisée fournit une interprétation fondamentale

étudiée au chapitre 3.

Soit (Ω,A,P) un espace de probabilité. On observe un processus aléatoire du second ordre F (x).

Supposons de plus que le processus soit à moyenne m(x) connue. Dans ce cas, il revient au même

de s’intéresser uniquement aux processus à moyenne nulle, puisque l’on peut toujours soustraire

la moyenne à F (x) et raisonner sur le processus centré. Soient x1, . . . ,xn des points du domaine

X correspondant à des observations du processus aléatoire F (ω,x1) = fobs
1 , . . . , F (ω,xn) = fobs

n ,

pour ω fixé. On souhaite prédire la valeur du processus en un point x du domaine X. Prédire

revient à chercher une fonction des variables aléatoires F (x1), . . . , F (xn) pour approximer F (ω,x),

ω étant inconnu. Nous utiliserons le terme de prédicteur pour désigner la variable aléatoire définie

sur (Ω,A,P), fonction de F (x1), . . . , F (xn) et notée F̂ (x), qui approxime F (x). La valeur prédite

est la réalisation de F̂ (x) pour ω ∈ Ω correspondant aux observations f obs
1 , . . . , fobs

n (la valeur

prédite est déterministe mais ω reste inconnu).

Espérance conditionnelle

Il est naturel de chercher un prédicteur qui minimise l’erreur F (x)− F̂ (x) en un certain sens.

Un critère classique d’optimalité est la minimisation de la moyenne quadratique de l’erreur de

prédiction. On cherche alors une fonction mesurable F̂ (x) = ĥ(F (x1), . . . , F (xn)), du second

ordre et telle que

E[(F (x) − F̂ (x))2] =

∫

Ω

(F (x) − F̂ (x))2dP(ω)

soit la plus petite possible. Comme le processus est de moyenne nulle, E[(F (x) − F̂ (x))2] =

Var[(F (x) − F̂ (x))], et le prédicteur cherché est aussi à variance minimale.

Notons S = σ(F (x1), . . . , F (xn)), la σ-algèbre générée par les variables aléatoires F (x1), . . .,

F (xn)
3. Chercher h(F (x1), . . . , F (xn)) dans L2(Ω,A,P), mesurable, revient à chercher une va-

riable aléatoire de L2(Ω,A,P), S-mesurable et la plus proche possible de F (x) en norme L2. Il

est bien connu que la solution est donnée par l’espérance de F (x) conditionnellement à S dans

3S porte l’information des variables aléatoires F (x1), . . . , F (xn), puisqu’il s’agit de l’ensemble des événements

dont l’observation de ces variables permet de savoir s’ils ont eu lieu.
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L2(Ω,A,P), notée E[F (x) | S] 4. Autrement dit,

ĥ(F (x1), . . . , F (xn)) = E[F (x) | S]

est la meilleure approximation dans L2(Ω,A,P) de F (x) par une fonction de F (x1), . . . , F (xn).

L’opérateur F (x) 7→ E[F (x) | S] est donc le projecteur orthogonal dans L2(Ω,A,P) sur le

sous-espace vectoriel L2(Ω,S,PS), où PS est la restriction de P à S.

Malheureusement, il n’existe pas d’algorithme efficace permettant de calculer cette espérance

conditionnelle pour un processus aléatoire dans le cas général. On peut en revanche restreindre

la classe des fonctions h pour obtenir des expressions analytiques simples. Par la suite, nous

considérons le cas du krigeage, où l’on se restreint à la classe des combinaisons linéaires des

F (xi)
5.

Prédicteur linéaire

Considérons la classe des prédicteurs linéaires, en notant bien que cette restriction n’implique

pas que le modèle bôıte noire obtenu soit linéaire en les facteurs. La classe des prédicteurs linéaires

est d’ailleurs suffisamment riche pour la plupart des applications usuelles et possède l’avantage

d’être extrêmement simple à mettre en œuvre (voir le chapitre 6 pour des exemples d’application

du krigeage). Parfois, la classe des prédicteurs linéaires est encore trop vaste, notamment lorsque

l’on dispose de beaucoup de données et que l’on souhaite obtenir des solutions dites creuses (voir

la section 6.8 pour quelques développements sur ce sujet).

Puisque le prédicteur cherché est linéaire, il est de la forme

F̂ (x) =

n∑

i=1

λ̂i,xF (xi) .

Le meilleure prédicteur F̂ (x) est le projeté orthogonal sur le sous-espace vectoriel

HS = vect{F (xi), i = 1, . . . , n} ,

et on constate que les conditions d’orthogonalité s’expriment en fonction des moments d’ordre

deux seulement. En effet,

(F (x) − F̂ (x), F (xi)) = 0 ⇒ k(x,xi) −
n∑

j=1

λ̂j,xk(xj ,xi) = 0 ,

4Pour mémoire (Gikhman et Skorohod, 1974), l’espérance conditionnelle E[F (x) | S] dans L1(Ω,A,P), où S

est une sous-σ-algèbre de A, est par définition l’unique variable aléatoire de L1(Ω,A, P), S-mesurable, telle que

∀B ∈ S,
Z

B

F (x)dP =

Z

B

E[F (x) | S]dP .

Si de plus F (x) ∈ L2(Ω,A, P), pour toute variable aléatoire Y ∈ L2(Ω,A, P) S-mesurable, on a

E[Y F (x)] = E
ˆ

Y E[F (x) | S]
˜

.

5Nous excluons ici la présentation d’autres classes de prédicteurs. Deux raisons expliquent ce choix. D’une part,

la classe des prédicteurs linéaires se révèle satisfaisante dans la plupart des applications à traiter. D’autre part,

l’étape essentielle qui conditionne la qualité d’un modèle est le choix correct la structure du second ordre du

processus F (x). Le recours à des prédicteurs non-linéaires est toutefois envisageable pour des besoins spécifiques

(par exemple, des problèmes de seuillages). Une approche proposée en géostatistique consiste à transformer les

données afin d’utiliser des prédicteurs linéaires (technique d’anamorphose, voir Chilès et Delfiner (1999)).
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pour i = 1, . . . , n. Par conséquent, on obtient un système d’équations linéaires en λ̂j,x, j = 1, . . . , n.

Équations du krigeage

En réécrivant ce système linéaire sous une forme matricielle, on reconnâıt les équations du

krigeage (dit simple dans la littérature géostatistique).

Proposition 18 (krigeage). Soit F (x) un processus aléatoire du second-ordre, de moyenne

nulle, admettant la fonction de covariance k(x,y). La meilleure prédiction linéaire de F (x) à

partir des variables aléatoires F (xi), i = 1, . . . , n, est la projection orthogonale F̂ (x) sur HS =

vect{F (xi); i = 1, . . . , n}, qui s’écrit

F̂ (x) =

n∑

i=1

λ̂i,xF (xi) . (2.15)

Les λ̂i,x s’obtiennent en résolvant le système linéaire

KSλ̂S,x = kS,x , (2.16)

où KS est la matrice de covariance de taille n × n du vecteur aléatoire des observations FS =

(F (x1), . . . , F (xn))
T, λ̂S,x = (λ̂1,x, . . . , λ̂n,x)T est le vecteur de Rn des coefficients du krigeage, et

kS,x = (k(x,x1), . . . , k(x,xn))
T est le vecteur de Rn des covariances entre les variables observées

et la variable aléatoire à prédire.

Nous omettrons généralement l’indice S par la suite et noterons Kλ̂x = kx quand il n’y a pas

d’ambigüıté.

La solution en λ̂x de (2.16) est unique tant que la matrice de covariance K est de rang plein

(ce qui est normalement le cas), et elle s’écrit analytiquement λ̂x = K−1kx. Insistons sur le fait

que les méthodes numériques pour calculer λ̂x n’utilisent pas ces formes analytiques. En effet, la

matrice de covariance K est symétrique définie positive, ce qui appelle des techniques particulières

pour la résolution du système linéaire (2.16) (voir la section 6.8). Lorsque la matrice de covariance

n’est pas de rang plein alors que la covariance est définie positive, cela signifie qu’une donnée

apparâıt plusieurs fois et il est normalement possible d’éviter une telle situation. Toutefois, il se

peut aussi que la matrice de covariance soit mal conditionnée, notamment lorsque deux données

sont très proches dans l’espace des facteurs, avec une corrélation proche de un. Dans ce cas, on

cherche à réduire la dimension (le rang) de la matrice en supprimant des données ou à partir de

factorisations de la matrice K. La section 6.8 revient sur ces problèmes plus en détail.

Propriétés d’interpolation

Puisque le prédicteur est une projection sur HS , on a F̂ (xi) = F (xi), ∀i = 1, . . . , n, ce qui

implique que pour tout ω, la valeur prédite en xi est la valeur observée f obs
i en ce point. Par

conséquent, le krigeage réalise toujours une interpolation (dans le cas où aucun bruit d’observation

n’est pris en compte). Cependant, rien n’indique pour le moment que l’interpolation obtenue soit

nécessairement une fonction continue. Une manière directe d’obtenir la continuité de la prédiction

F̂ (ω,x) à ω fixé, est de s’intéresser à la forme duale du krigeage (voir la section 2.5.3).
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Exemple graphique

La figure 2.3 illustre de la propriété d’interpolation. Des exemples similaires seront présentés

au chapitre 6. Contrairement à d’autres méthodes plus classiques de régression (régression linéaire

sur une base de polynômes ou réseau de neurones artificiels, voir par exemple (Bishop, 1995)), le

krigeage fournit un modèle passant précisément par les données observées. L’interpolation obtenue

par krigeage constitue donc un modèle comportemental pertinent lorsque la sortie du système est

observée sans bruit. Le choix de la fonction de covariance permet de garder le contrôle du type

d’interpolation, comme cela sera vu plus précisément au chapitre 5. Remarquons que la prédiction

obtenue n’a pas d’« oscillations » parasites comme on en rencontre avec une interpolation poly-

nomiale. Nous verrons en effet au chapitre 3 que le krigeage constitue une méthode de régression

régularisée. D’après la figure 2.3, la prédiction est meilleure lorsqu’elle est réalisée à proximité de

données observées. En général, le modèle est meilleur si le nombre de données est important sur

le domaine d’étude6. Cette affirmation sera justifiée au chapitre 5.
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Fig. 2.3 – Exemple de prédiction par krigeage. (Les conventions graphiques sont celles de la

figure 1.1.)

Cas des processus gaussiens

Supposons maintenant F (x) gaussien. Dans ce cas il est bien connu que l’espérance condition-

nelle peut être calculée analytiquement.

Proposition 19. Soit (X,Y ) un vecteur gaussien à valeurs dans Rn+q. On suppose det(KX) 6= 0.

Alors, pour toute f ∈ L1,

E[f(Y ) | X] = φf (X)] p.s., avec φf (x) = E[f(Ax + Z)] ,

6Si l’on possédait un nombre suffisant de données observées sans bruit, il serait équivalent d’un point de vue

opérationnel de décrire le système par un modèle bôıte noire ou par un modèle physique. Le modèle bôıte noire

pourrait même s’avérer meilleur que le modèle physique car ce dernier est souvent obtenu à partir d’approximations.
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où A = KY ,XK−1
X , Z suit une loi normale N (E[Y ] − A E[X],KY − AKX,Y ) et KY ,X =

E[(Y − E[Y ])(X − E[X])T]. En particulier,

E[Y | X] − E[Y ] = KY ,XK−1
X (X − E[X]) p.s.

Démonstration. Voir par exemple (Chonavel, 2002).

Par conséquent, dans le cas des processus gaussiens, le prédicteur linéaire est optimal parmi

tous les prédicteurs minimisant l’erreur en moyenne quadratique. Pour cette raison, la prédiction

linéaire est bien adaptée dans le cas des processus gaussiens et on peut supposer que cela reste

vrai si le processus n’est pas trop loin d’être gaussien. Dans le cadre de modèles bôıte noire, il est

en général pertinent de se restreindre aux processus gaussiens. Cependant, comme le note Stein

(1999), il est relativement facile de construire des processus aléatoires non gaussiens pour lesquels

la prédiction linéaire n’est plus du tout adaptée. Lorsque le modèle gaussien n’est pas tenable,

on pourra recourir à des prédictions non-linéaires parmi celles proposées par les géostatisticiens

(Chilès et Delfiner, 1999).

Erreur de prédiction

Dans le cas d’un processus aléatoire de moyenne connue, le prédicteur du krigeage est sans biais.

D’autre part, l’un des avantages du cadre probabiliste retenu est que l’on caractérise facilement

l’incertitude de la prédiction. La variance de l’erreur de prédiction est en effet donnée par

Var[F (x) − F̂ (x)] = E[(F (x) − F̂ (x))2]

= k(x,x) − 2λ̂T

xkx + λ̂T

xKλ̂x

= E[F (x)2] − E[F̂ (x)2] (relation de Pythagore) (2.17)

= k(x,x) − λ̂T

xKλ̂x

La variance de l’erreur de prédiction est typiquement utilisée pour déterminer la qualité de la

prédiction en donnant des intervalles de confiance. Ainsi dans le cas gaussien, un intervalle de

largeur 2a fois l’écart type de l’erreur de prédiction centré sur la valeur prédite contient une fraction

égale à erf(a/
√

2) des trajectoires possibles du processus (pour a = 1.96, erf(1.96/
√

2) ≈ 0.95).

Dans la section 6.6, nous donnons un exemple d’utilisation de la variance de l’erreur de prédiction

pour déterminer un plan d’expériences (il s’agit de choisir les observations pour minimiser l’erreur

de prédiction).

Remarquons d’après (2.17), que la variance du prédicteur est nécessairement plus petite que

la variance du processus aléatoire. On dit ainsi parfois que la prédiction « lisse ». On peut encore

interpréter cette propriété comme le fait que la prédiction opère un moyennage des trajectoires

possibles du processus aléatoire, conditionnellement aux observations. Nous reviendrons sur ce

point dans la section 2.6 pour parler du rôle des simulations conditionnelles.

Une autre possibilité pour caractériser l’erreur de prédiction est d’utiliser la proposition sui-

vante, classique en algèbre linéaire (Hirsch et Lacombes, 1999).

Proposition 20. Soit {x1, . . . ,xn} une famille libre d’un espace préhilbertien réel E et F le

sous-espace généré par cette famille. Pour tout x ∈ E

d2(x, F ) =
det[G(x,x1, . . . ,xn)]

det[G(x1, . . . ,xn)]
,
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où on note G(. . .) la matrice de Gram d’une famille de vecteurs, et d(x, F ), la distance euclidienne

de x à F . (Par définition, la matrice de Gram d’une famille de vecteurs xi, i = 1, . . . , n, est la

matrice n× n des produits scalaires (xi,xj).)

Démonstration. (Indications) Considérer y le projeté orthogonal de x sur F . Dans le calcul de

det[G(x,x1, . . . ,xn)], remplacer x par (x − y) + y et utiliser la linéarité du déterminant par

rapport à la première colonne.

Cette formule est directement exploitable car la matrice de covariance est une matrice de pro-

duits scalaires, puisque l’on suppose F (x) de moyenne nulle. Elle fournit deux interprétations inté-

ressantes. Nous pouvons tout d’abord constater de manière heuristique que l’erreur de prédiction

est de l’ordre de la plus petite valeur propre de la matrice de covariance. Cette remarque est impor-

tante dans le cadre de la résolution numérique du système (2.16). La théorie de l’information fournit

une seconde interprétation. En effet, un vecteur aléatoire gaussien de dimension d et de matrice de

covariance K possède une entropie s’écrivant sous la forme 1
2 log2[det K]+log2[(2πe)

d/2]+C. Ceci

permet d’interpréter l’erreur de prédiction comme approximativement la différence d’information

entre le vecteur aléatoire FS et le vecteur (F (x),FS)T.

Avant de conclure cette section, nous souhaitons discuter le comportement de l’erreur lorsque

le nombre d’observations devient dense sur un domaine d’étude. Cette question sera reprise

plus en détails dans la section 5.3. Pour effectuer la prédiction en un point x du domaine

d’étude, considérons une suite d’observations aux points xi 6= x, i ∈ N, telle que x soit un

point d’adhérence de la suite (xn). Appelons PHSn
, l’opérateur de projection orthogonale sur

HSn = vect{F (x1), . . . , F (xn)}, et PF (xtn ) l’opérateur de projection sur le sous-espace généré par

F (xtn), avec tn = argmini≤n‖x− xi‖2. Alors, pour tout n ∈ N, il est clair que

Var[F (x) − PHSn
F (x)] ≤ Var[F (x) − PF (xtn )F (x)] , (2.18)

≤ k(x,x) − k(x,xtn)2

k(x,x)
. (2.19)

Supposons k(x,y) continue, stationnaire. Si la densité de points augmente dans un voisinage de x,

x−xtn tend vers zéro et la variance de l’erreur tend également vers zéro. La vitesse de convergence

est liée à la régularité de la covariance à l’origine. Nous verrons dans la section 5.3 que l’on peut

trouver l > 0 et C ≥ 0 tel que,

Var[F (x) − PHSn
F (x)] ≤ C‖x − xtn‖l , ∀n .

Notons que les bornes d’erreur optimales lorsque l’échantillonnage est non uniforme sont difficiles

à obtenir en général. Très peu de résultats sont établis si l’on suppose de plus que la covariance

utilisée pour la prédiction linéaire diffère de la covariance du processus (ce qui est en pratique

toujours le cas, voir la section 5.3).

2.5.2 Prédiction dans le cas de plusieurs processus aléatoires

La méthode appelée cokrigeage (voir par exemple (Chilès et Delfiner, 1999)) permet d’effectuer

une prédiction lorsque l’on observe plusieurs processus aléatoires Fα(x), α = 1, . . . , q. On peut,

par exemple, vouloir prédire F1(x) en fonction d’observations Fαi(xi), i = 1, . . . , n. Le principe
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reste le même que dans le cas d’un seul processus aléatoire. On cherche la projection orthogonale

F̂1(x) de F1(x) sur HS = vect{Fαi(xi); i = 1, . . . , n} qui s’écrit

F̂1(x) =

n∑

i=1

λ̂i,xFαi(xi) .

Les λ̂i,x s’obtiennent, comme dans le cas du krigeage, par la résolution d’un système d’équa-

tions linéaires. Ce système s’obtient en fonction des covariances et des inter-covariances entre les

processus aléatoires, et peut s’écrire sous forme matricielle :




kα1,α1(x1,x1) kα1,α2(x1,x2) · · · kα1,αn(x1,xn)

kα2,α1(x2,x1) kα2,α2(x2,x2)
...

...
. . .

...
... kαn,αn(xn,xn)




λ̂S,x =




k1,α1(x,x1)
...

k1,αn(x,xn)




Remarquons que l’on se ramène très simplement au cas du krigeage. Pour un processus Fα(x),

l’indice α peut en effet être interprété comme un paramètre supplémentaire (voir la même remarque

dans la section 2.1.1). Formellement, le cas de plusieurs processus aléatoires devient identique au

cas de la prédiction d’un seul processus et peut se traiter au moyen d’une seule fonction de

covariance k([α,x], [β,y]).

Dans le contexte de la modélisation de type bôıte noire, l’utilisation de ce type de prédiction

est naturellement intéressante quand le système comporte plusieurs sorties et que l’on souhaite

exploiter les corrélations éventuelles entre elles.

Observations bruitées. Un exemple d’application important de cette méthode se présente

lorsque l’on a un système dont la sortie observée est perturbée par un bruit additif gaussien.

Chaque observation est alors modélisée par une variable aléatoire

F obs
xi

= F (xi) +Ni ,

où F (x) modélise la sortie du système sans bruit. Pour calculer le prédicteur linéaire optimal au

sens du krigeage de F (x),

F̂ (x) =

n∑

i=1

λ̂i,xF
obs
xi

,

on calcule la projection orthogonale de F (x) sur vect{F obs
xi

; i = 1, . . . , n}, ce qui conduit à résoudre

le système linéaire

(K + σ2
NIn)λ̂x = kx ,

où σ2
N est la variance du bruit d’observation, supposée identique pour chaque observation. La

prédiction obtenue est une approximation de la sortie du système. Nous n’avons plus dans ce cas

la propriété d’interpolation et la variance de l’erreur de prédiction en un point x est minorée par

la variance du bruit d’observation. Notons que la méthode se généralise aisément au cas de bruits

d’observation corrélés.
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Prédiction de la dérivée d’une sortie. Formellement, nous pouvons considérer un système

à deux sorties, l’une étant la sortie effective du système, l’autre étant la dérivée de celle-ci. Pour

simplifier la présentation, supposons que le modèle ne dépende que d’un seul facteur x ∈ R. La

sortie est alors modélisée par le processus aléatoire F (x), supposé stationnaire (pour simplifier en-

core davantage), de moyenne nulle (le cas d’une moyenne non nulle est traité dans la section 4.6.2)

et de covariance k(h). La prédiction de la dérivée de F (x) nécessite que F (x) soit dérivable en

moyenne quadratique, ce qui impose l’existence de la dérivée seconde de la covariance avec notam-

ment k(2)(0) < ∞. Le prédicteur linéaire F̂ ′(x) de F ′(x) à partir de F obs
x1

, . . . , F obs
xn

s’écrit sous la

forme

F̂ ′(x) =

n∑

i=1

λ̂i,xF
obs
xi

,

où les λ̂i,x s’obtiennent comme solution du système

(K + σ2
NIn)λ̂x = k′

x ,

avec σ2
N la variance du bruit et

k′

x = (sgn(x− x1)k
′(|x − x1|), . . . , sgn(x− xn)k

′(|x− xn|))T.

Terminons par quelques remarques à propos de la prédiction des dérivées. Tout d’abord, notons

que la méthode permet de dériver des signaux bruités, ce qui est généralement considéré comme un

problème délicat de traitement du signal. La section 6.1.2 montre sur des exemples que la méthode

est très satisfaisante. La généralisation à la prédiction des dérivées d’ordre supérieur ne pose pas

de problème particulier, à condition de choisir des covariances suffisamment dérivables. Dans le

cas où x ∈ Rd, on doit naturellement s’intéresser à la prédiction des composantes du gradient de

F (x). Enfin, il peut être intéressant dans certaines situations de supposer des dérivées partielles

(ou le gradient) connues en des points de l’espace des facteurs. Par exemple, on peut vouloir

prendre en compte des connaissances a priori sur la physique du système, comme des conditions

aux limites. Dans ce cas, nous pouvons considérer ces connaissances comme les observations des

vecteurs aléatoires ∇F (yj), j = 1, . . . ,m, et calculer alors le prédicteur optimal en projetant

orthogonalement les composantes de ∇F (x) sur

vect{F (xi); i = 1, . . . , n} ⊕ vect{∇F (yj), j = 1, . . . ,m}.

La section 6.1.2 propose des exemples de prise en compte d’information a priori sur les dérivées

et d’intégration.

2.5.3 Krigeage dual

Le krigeage dual (Chilès et Delfiner, 1999) permet d’éviter de calculer les coefficients λ̂i,x de

la combinaison linéaire pour tous les x où la prédiction doit être faite. Ceci présente un intérêt

non négligeable en pratique. Le terme « dual » vient de l’analyse de l’équivalence entre krigeage

et régression régularisée (historiquement, il s’agissait en fait de splines (Matheron, 1981)).
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Si la matrice de covariance du vecteur aléatoire des observations est de rang plein, pour tout

x ∈ X, le prédicteur s’écrit

F̂ (x) = (λ̂x,FS)

= (K−1kx,FS)

= (kx,K
−1FS) .

Le terme « dual » vient de l’opération effectuée dans la dernière équation, qui utilise le fait que la

matrice K−1 est symétrique (auto-adjointe).

Notons AS = (A1, . . . , An)
T le vecteur aléatoire K−1FS . Pour ω fixé, le prédicteur s’exprime

donc comme une combinaison linéaire des covariances :

F̂ (x) =
n∑

i=1

Aik(xi,x) ,

avec les variables aléatoires Ai données par la solution du système d’équations linéaires à coeffi-

cients aléatoires

KAS = FS . (2.20)

Autrement dit, il n’est pas nécessaire de résoudre un nouveau système linéaire pour chaque F (x)

à prédire et il suffit d’avoir résolu une fois pour toute le système linéaire (2.20). La proposition qui

suit permet d’affirmer que le krigeage réalise une interpolation continue des données observées.

Proposition 21. Soit F (x) un processus aléatoire du second ordre, de moyenne nulle et de

covariance continue. Si la matrice de covariance du vecteur aléatoire des observations F (xi),

i = 1, . . . , n, est de rang plein, alors les valeurs prédites F̂ (ω,x) à partir des observations consti-

tuent, à ω fixé, une fonction continue qui interpole les observations F (ω,xi).

Démonstration. Nous avons déjà vu la propriété F̂ (ω,xi) = F (ω,xi), ∀i ∈ {1, . . . , n} et ∀ω ∈ Ω.

Comme F̂ (x) est une combinaison linéaire (aléatoire) de fonctions continues, F̂ (ω,x) est une

fonction continue à ω fixé.

2.5.4 Une méthode récursive de prédiction linéaire

La méthode proposée dans cette section est une formulation de l’algorithme des innovations

(voir par exemple Brockwell et Davis, 1987) pour la prédiction d’un processus aléatoire paramé-

tré par un espace de facteurs quelconque. Elle exploite de manière intéressante la propriété de

projection orthogonale pour calculer de manière récursive la solution du système (2.16), ce qui

présente un intérêt dans les applications où des données sont susceptibles d’être rajoutées au fur

et à mesure. Nous présentons cet algorithme et nous évaluons sa complexité.

Proposition 22 (Algorithme des innovations). Soit F (x) un processus aléatoire du second

ordre, de moyenne nulle et de covariance k(x,y). Soit F̂Sn(xn+1), la projection orthogonale de

F (xn+1) sur

HSn = vect{F (x1), . . . , F (xn)} .
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On a

F̂Sn(xn+1) =

{
0 si n = 1,
∑n
j=1 θn+1,j(F (xj) − F̂Sj−1 (xj)) si n ≥ 2 ,

(2.21)

avec

θn+1,m = v−1
m


k(xn+1,xm) −

m−1∑

j=1

θm,jθn+1,jvj


 , m = 1, . . . , n ,

v1 = k(x1,x1) ,

vn = k(xn,xn) −
n−1∑

j=1

θ2n,jvj .

On peut calculer récursivement v1, θ2,1, v2, θ3,1, θ3,2, v3, etc.

Démonstration. La famille {F (x1) − F̂S1(x1), . . . , F (xn) − F̂Sn−1(xn)} est orthogonale puisque

pour i < j,

F (xi) − F̂Si−1(xi) ∈ HSj−1 ,

et

F (xj) − F̂Sj−1(xj) ⊥ HSj−1 .

Posons

vn = ‖F (xn) − F̂Sn−1(xn) ‖2 .

Formons le produit scalaire des deux côtés de l’égalité (2.21) avec F (xm) − F̂Sm−1(xm). Il vient

(F̂Sn(xn+1), F (xm) − F̂Sm−1(xm)) = θn+1,mvm , ∀m ∈ {1, . . . , n}

La propriété d’orthogonalité implique alors :

θn+1,m = v−1
m (F̂Sn(xn+1), F (xm) − F̂Sm−1(xm))

= v−1
m (F (xn+1), F (xm) − F̂Sm−1(xm))

= v−1
m


k(xn+1,xm) −

m−1∑

j=1

θm,j(F (xn+1), F (xj) − F̂Sj−1(xj))




= v−1
m


k(xn+1,xm) −

m−1∑

j=1

θm,jθn+1,jvj




Remarque. Cet algorithme s’applique traditionnellement dans le cas des séries chronologiques,

où les observations, modélisées par des variables aléatoires Xn, sont espacées régulièrement dans

le temps. Il permet de calculer les prédictions en fonction des innovations Xn − X̂n, alors que

l’algorithme récursif de Durbin–Levinson calcule les prédictions directement en fonction des Xn.

Ce dernier algorithme exploite la structure Toeplitz de la matrice de covariance et n’est pas

utilisable pour le krigeage si l’échantillonnage est non uniforme.
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Évaluons la complexité numérique de cet algorithme. Le nombre des opérations impliquées à

l’étape n est de n2 + 3n − 2 multiplications et 0.5n2 + 3.5n additions. Notons que
∑n
k=1 k

2 =
1
6n(n+ 1)(2n+ 1). L’ordre de grandeur du nombre total des opérations pour le calcul récursif de

F̂Sn(xn+1) figure dans la table 2.1, où l’on voit que la complexité de la méthode des innovations

est comparable à celle des méthodes classiques de résolution de systèmes linéaires.

Algorithme additions multiplications

Gauss n3

3
n3

3

Cholesky n3

6
n3

6

Innovations n3

6
n3

3

Tab. 2.1 – Ordre de grandeur du nombre total d’opérations pour différentes méthodes de calcul

de F̂ (xn+1)

2.5.5 Limites de la prédiction linéaire

Un intérêt fondamental du krigeage est sa simplicité algorithmique. Cette simplicité est d’ailleurs

liée à celle des hypothèses sur la loi du processus F (x), considéré comme approximativement

gaussien. L’inférence des paramètres de F (x) à partir des données observées est ainsi facilitée.

D’autres hypothèses simplificatrices sont utilisées en pratique, comme celle de l’existence de pro-

priétés d’invariance dans l’espace des facteurs, notamment celle de stationnarité. Le krigeage est

une prédiction optimale seulement dans le cas gaussien (section 2.5.1) mais nous pouvons encore

utiliser une prédiction linéaire même lorsque le modèle gaussien n’est pas adapté (si les moments

d’ordre un et deux du processus aléatoire sont connus). Comme le note Stein (1999), section 1.4, la

prédiction linéaire peut devenir largement sous-optimale pour certains processus aléatoires, mais

de tels processus sont assez peu réalistes comme modèles de système.

L’une des limitations de la prédiction linéaire est qu’il n’est pas possible de garantir la posi-

tivité de la prédiction. Des solutions ont toutefois été proposées en utilisant des algorithmes de

programmation quadratique et des contraintes de positivité sur les coefficients λ̂i,x du krigeage

(Barnes et Johnson, 1984 ; Chilès et Delfiner, 1999). La classe des prédicteurs est restreinte aux

combinaisons linéaires à coefficients positifs (la solution d’un tel problème est unique car il s’agit

de trouver la meilleure projection sur un sous-ensemble convexe fermé de HS ⊂ H). Il est égale-

ment possible d’imposer des contraintes d’inégalité quelconques sur la prédiction (Langlais, 1990 ;

Chilès et Delfiner, 1999).

Les méthodes de krigeage non-linéaire permettent de s’affranchir de la limitation du caractère

gaussien du processus modélisant le système. Ces techniques permettent par exemple de prédire

des dépassements de seuils. Si des raisons spécifiques motivent le choix d’un processus non-gaussien

comme modèle du système, une analyse plus détaillée des données est généralement nécessaire.

Enfin, mentionnons une limitation de la prédiction linéaire liée au nombre de données. Si le

nombre n de données est important, le coût algorithmique de la méthode en O(n3) peut s’avérer

incompatible avec l’usage prévu du modèle. La solution la plus simple pour remédier à ce problème

est alors d’effectuer une prédiction en un point donné de l’espace des facteurs en ne gardant que les

données situées dans un voisinage de ce point. Toutefois, cette solution ne permet par d’éliminer
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les données redondantes. Afin d’obtenir des modèles creux, les méthodes de régression à vecteurs

de support sont envisageables (voir la section 3.6.4), au prix d’une complexité numérique accrue.

2.6 Éléments sur la simulation de processus aléatoires

Dans de nombreux cas, il est utile de générer des trajectoires d’un processus aléatoire. On

parle alors de simulations de trajectoires. Nous présentons très brièvement les principes généraux

que nous avons utilisés. On pourra consulter (Chilès et Delfiner, 1999) pour une présentation très

complète des méthodes de simulation dans un cadre géostatistique. (Robert et Casella, 1999 ; Lan-

tuejoul, 2002) constituent des références classiques sur les méthodes de simulation en statistiques.

2.6.1 Décomposition de la matrice covariance

Soit F (x) un processus aléatoire de moyenne nulle et de covariance k(x,y). Nous souhaitons

obtenir des réalisations du vecteur FS = (F (x1), . . . , F (xn))
T. Nous nous restreignons ici au cas

où F (x) est gaussien, pour lequel les méthodes de génération de réalisations sont simples à mettre

en œuvre. (Lorsque F (x) n’est pas gaussien, il est possible de se contenter d’approximations au

second ordre et de générer des réalisations au sens faible, en ne tenant compte que des moments

d’ordre un et deux.) Les méthodes de simulation les plus simples reposent sur des décompositions

de la matrice de covariance. On calcule ainsi la factorisation de Cholesky CCT de la matrice

de covariance KS de FS , où C est une matrice triangulaire inférieure (une telle décomposition

existe si la matrice de covariance est positive (Ciarlet, 1998)). Si X est un vecteur de n variables

aléatoires gaussiennes indépendantes de variance unité, alors le vecteur aléatoire CX admet la

même loi que FS .

Il suffit donc de générer des réalisations de X pour obtenir des réalisations de FS . En revanche,

la factorisation de Cholesky comporte O(n3) opérations, ce qui restreint en pratique cette méthode

à la simulation de vecteurs à quelques centaines d’éléments. Il est parfois possible de tirer avan-

tage de la structure de la matrice de covariance lorsque les points de l’espace des facteurs sont

régulièrement disposés sur une grille (Zimmerman, 1989). D’autres possibilités existent, comme la

séparation du domaine de simulation en plusieurs sous-domaines (Vecchia, 1988).

2.6.2 Simulations conditionnelles

On peut vouloir générer des réalisations d’un processus aléatoire qui prennent la valeur de la

sortie aux points observés. On parle alors de simulation conditionnelle.

Soit FS0 = (F (y1), . . . , F (ym)) et FS1 = (F (x1), . . . , F (xn)) deux vecteurs gaussiens extraits

du processus aléatoire F (x). La loi conditionnelle de FS1 sachant FS0 = fS0 s’écrit d’après la règle
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de Bayes

P{F (x1) ∈ [fx1 , fx1 + dfx1 ], . . . , F (xn) ∈ [fxn , fxn + dfxn ] | fS0}
= P{F (xn) ∈ [fxn , fxn + dfxn ] | fS0 , fx1 , . . . , fxn−1}
× P{F (xn−1) ∈ [fxn−1 , fxn−1 + dfxn−1 ] | fS0 , fx1 , . . . , fxn−2}

...

× P{F (x1) ∈ [fx1 , fx1 + dfx1 ] | fS0}

Par conséquent, la simulation de FS1 conditionnellement à FS0 = fS0 peut être abordée par

une approche séquentielle en générant successivement des réalisations selon les lois conditionnelles

P{F (xi) ∈ [fxi , fxi + dfxi ] | fS0 , fx1 , . . . , fxi−1}, i = 1, . . . , n. Cette approche très générale néces-

site toutefois d’être capable de déterminer les lois conditionnelles, ce qui ne pose pas de problème

dans le cas d’un processus gaussien (on peut par exemple déterminer les paramètres de la loi

conditionnelle en utilisant la moyenne et la variance du prédicteur par krigeage).

Une seconde méthode aisément mise en œuvre est le conditionnement par krigeage. Soit F (x)

un processus aléatoire gaussien et F̂ (x) le meilleur prédicteur linéaire de F (x) à partir des obser-

vations en x1, . . . ,xn. Pour tout ω ∈ Ω, F (ω,xi)− F̂ (ω,xi) = 0, i = 1, . . . , n. Si l’on suppose que

les sorties observées du système correspondent à un certain ω0, le processus aléatoire défini par

F̂ (ω0,x) + (F (ω,x) − F̂ (ω,x)) (2.22)

est tel que ses réalisations passent toutes par les observations. On peut vérifier que le proces-

sus (2.22) admet la loi de F (x) conditionnellement aux observations (Chilès et Delfiner, 1999).

Par conséquent, la méthode de simulation conditionnelle par krigeage consiste à

– calculer par krigeage l’interpolation F̂ (ω0,x) des observations F (ω0,xi),

– générer des simulations non conditionnelles de F (ω,x) en utilisant par exemple une factori-

sation de Cholesky de la matrice de covariance,

– calculer par krigeage les interpolations de ces simulations échantillonnées aux points xi,

– appliquer la formule (2.22).

Notons que les coefficients λ̂i du krigeage obtenus pour interpoler les observations sont réutilisées

lorsque l’on effectue les interpolations des simulations non conditionnelles.

2.6.3 Autres techniques

La simulation de processus aléatoires est un sujet très classique dans la littérature des proba-

bilités et des statistiques (Lantuejoul, 2002). Les difficultés principales sont de deux types. Tout

d’abord, simuler des processus non gaussiens est souvent difficile parce qu’il n’est pas facile d’obte-

nir les lois conditionnelles. Par ailleurs si le nombre de points d’échantillonnage est important, peu

de méthodes efficaces existent. La technique des bandes tournantes, évoquée dans la section 2.1.3,

ne permet de simuler que des processus aléatoires gaussiens isotropes définis sur des espaces de

facteurs de dimension d. Une difficulté supplémentaire est la détermination de la covariance en

dimension un à partir de la donnée de celle en dimension d. Les techniques de simulation par

châınes de Markov sont sans doute les plus connues et les plus conseillées (algorithmes de Gibbs

et de Metropolis-Hastings).
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2.7 Conclusions

Ce chapitre a fait une présentation élémentaire de la théorie des processus aléatoires, en com-

mençant par leur construction. Ces éléments sont extrêmement classiques mais nous avons jugé

pertinent de les rappeler. En effet, la notion de processus aléatoires à paramètres continus fait

appel à des notions parfois subtiles. Les deux points qui nous paraissent importants à considérer

sont les propriétés de continuité des trajectoires induites par la structure du second ordre et la

notion de variables aléatoires à valeurs dans des espaces hilbertiens. Cependant, notre objectif

n’était pas de rentrer dans des considérations avancées que l’on peut trouver dans des ouvrages

comme (Ibragimov et Rozanov, 1978) ou (Adler, 1981).

Nous avons également rappelé le principe de prédiction linéaire qui correspond à la formulation

élémentaire du krigeage. Il s’agit là encore de notions très classiques, notamment en géostatistique,

mais notre présentation a été orientée ici vers la modélisation bôıte noire des systèmes. Pour cette

raison, nous avons traité plus spécifiquement le cas des observations bruitées, celui des systèmes à

plusieurs sorties, la prédiction de dérivées, etc. Nous avons montré que l’algorithme des innovations

(qui appartient traditionnellement à la littérature des séries chronologiques) pouvait être utilisé

dans notre contexte pour effectuer des prédictions en ligne.

Au chapitre suivant, dans lequel nous aborderons la modélisation bôıte noire par méthodes

à noyaux, nous rappellerons l’équivalence entre méthodes à noyaux et la prédiction linéaire de

processus aléatoires.
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Chapitre 3

Régression régularisée dans les

espaces hilbertiens à noyau

reproduisant

Résumé — La notion d’espace hilbertien à noyau reproduisant est fondamentale pour la

modélisation bôıte noire. Dans un premier temps, le concept d’espace hilbertien à noyau repro-

duisant est rappelé et illustré. Nous décrivons ensuite l’utilisation de tels espaces dans le cadre de

la régression régularisée et examinons les liens entre régression régularisée et prédiction linéaire

dans un cadre probabiliste.

3.1 Espaces hilbertiens à noyau reproduisant

La théorie des espaces hilbertiens à noyau reproduisant est très classique en analyse fonction-

nelle. Les premières études ont été effectuées avant 1950 et l’article (Aronszajn, 1950) constitue

une synthèse de référence. Nous commençons par donner les définitions et les principales proprié-

tés. Dans la section 3.2, nous présenterons des exemples tirés de la littérature qui nous paraissent

pertinents pour la construction de modèles bôıtes noires.

Nous noterons F un espace vectoriel de fonctions x 7→ f(x) définies sur X, muni d’une structure

d’espace hilbertien avec le produit scalaire (., .)F .

Définition 24. Une fonction k(x,y) : X×X → R est un noyau reproduisant d’un espace hilbertien

F de fonctions sur X, si toute fonction f de F vérifie la propriété de reproduction

f(x) = (k(x, .), f)F . (3.1)

Cette définition suppose implicitement que les fonctions k(x, .) appartiennent à F , pour tout x

appartenant à X.



64 Régression régularisée dans les espaces hilbertiens à noyau reproduisant

Les propriétés fondamentales d’un noyau reproduisant sont rappelées dans la proposition sui-

vante.

Proposition 23 (Propriétés d’un noyau reproduisant). Si k est un noyau reproduisant d’un

espace hilbertien F , alors

1. k(x,y) est unique,

2. ∀x,y ∈ X, k(x,y) = k(y,x),

3.
∑n

i,j=1 λiλjk(xi,xj) ≥ 0, pour toute suite finie de points xi ∈ X et de scalaires λi,

4. (k(x, .), k(y, .))F = k(x,y).

Démonstration. Ces propriétés se démontrent sans difficulté. Si k et k′ sont deux noyaux repro-

duisants, on a ∀x ∈ X

‖k(x, .) − k′(x, .)‖2
F = (k(x, .) − k′(x, .), k(x, .))F − (k(x, .) − k′(x, .), k′(x, .))F = 0 ,

ce qui montre l’unicité. En prenant f = k(y, .) dans (3.1), on montre que k(x,y) = k(y,x).

En prenant f =
∑n

i=1 λik(xi, .), et en exprimant ‖f‖F , on prouve la propriété de positivité. La

quatrième propriété résulte de la propriété de reproduction.

Notons que les noyaux reproduisants sont des fonctions symétriques et de type positif. Le

fait qu’un noyau reproduisant possède ainsi les mêmes propriétés qu’une fonction de covariance

constitue un point essentiel (voir la section 3.5).

Proposition 24. Si F admet k(x,y) comme noyau reproduisant, l’espace vectoriel F̃ engendré

par les fonctions k(x, .), lorsque x parcourt X, est dense dans F .

Démonstration. Notons F∗ le dual topologique de F , c’est-à-dire l’ensemble des formes linéaires

continues sur F . Pour montrer que F̃ = vect{k(x, .), x ∈ X} est dense dans F , il suffit de montrer

que toute forme linéaire λ ∈ F∗ s’annulant sur F̃ est identiquement nulle. Notons % l’opérateur de

dualité de F (rappelons qu’il s’agit d’une isométrie surjective de F sur F∗). Soit λ ∈ F∗ s’annulant

sur F̃ et f ∈ F telle que λ = %f . Pour tout x ∈ X,

f(x) = (f, k(x, .))F = 〈%f, k(x, .)〉F∗,F = 〈λ, k(x, .)〉F∗,F = 0 ,

où 〈·, ·〉 désigne le produit de dualité. Donc f = 0 et par suite, λ = %f = 0.

Proposition 25. Si F admet k(x, .) comme noyau reproduisant, ∀f ∈ F et ∀x ∈ X,

|f(x)| ≤
√
k(x,x)‖f‖F .

La convergence forte (en norme) d’une suite de fonction (fn) vers f , ainsi que la convergence faible

(convergence des produits scalaires (fn, g) vers (f, g) pour tout g ∈ F), implique la convergence

simple de fn vers f .

Démonstration. Ces propriétés découlent de l’inégalité de Schwarz.
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Un espace hilbertien à noyau reproduisant F est un espace de fonctions définies en tout point

de X. Ceci exclut en particulier le cas de L2(X) qui n’est pas à proprement parlé un espace de

fonctions, mais plus exactement un espace de classes d’équivalence de fonctions. La proposition 25

peut être reformulée en disant que si deux fonctions de F sont proches pour la topologie induite

par ‖·‖F , alors les valeurs de ces fonctions en tout point de X sont également proches. Il s’agit

d’une propriété importante.

Théorème 7. Soit k : X × X → R, une fonction symétrique de type positif. Alors il existe un

espace hilbertien F de fonctions sur X admettant k comme noyau reproduisant.

Démonstration par construction explicite de F . (D’après une preuve présentée dans (Aubin, 2000).)

Soit Λ̃ le sous-espace vectoriel de RX∗ généré par les formes linéaires

δx : f ∈ RX 7→ f(x) ∈ R .

La première étape consiste à remarquer que RX, l’espace de toutes les fonctions sur X, s’identifie

au dual algébrique de Λ̃. En effet, si Φ est une forme linéaire Λ̃ → R, définissons la fonction φ ∈ RX

par φ(x) = Φ(δx) pour tout x ∈ X. Alors φ peut être identifiée à Φ car ∀λ =
∑n
i=1 λiδxi ∈ Λ̃,

Φ(λ) =

n∑

i=1

λiΦ(δxi) =

n∑

i=1

λiφ(xi) .

La fonction k : X × X → R permet de définir sur Λ̃ × Λ̃ la forme bilinéaire

(λ, µ)Λ̃ =
∑

i,j

λiµjk(xi,yj) ,

avec λ =
∑n
i=1 λiδxi et µ =

∑m
j=1 µjδyj . La forme (., .)Λ̃ est symétrique et positive car k est

symétrique et de type positif. Il s’agit donc d’un semi-produit scalaire.

Muni du semi-produit scalaire (., .)Λ̃, Λ̃ est un espace préhilbertien non séparé. Rappelons que

le séparé d’un espace préhilbertien non séparé Ẽ est par définition l’espace préhilbertien quotient

Ẽ/K, où K est le sous-espace vectoriel K = {f ∈ Ẽ , tels que (f, g)Ẽ = 0, ∀g ∈ Ẽ}. Notons Λ le

séparé complété de Λ̃ et F son dual. F est un espace de Hilbert (en tant que dual de Λ). Puisque

toute forme linéaire sur Λ̃ s’identifie à une fonction de RX, F s’identifie à un espace hilbertien de

fonctions.

Montrons finalement que k est le noyau reproduisant de F . Soit ϑ l’injection canonique de Λ̃

dans son séparé complété Λ. Soit %−1 l’isométrie bijective de Λ sur F . Alors, ∀f ∈ F ,

f(x) = 〈ϑδx, f〉Λ,F = (%−1ϑδx, f)F , (3.2)

où 〈·, ·〉 désigne le produit de dualité. Pour montrer que k est un noyau reproduisant, il suffit

d’établir, d’après (3.2), que k(x, .) = %−1ϑδx. Or d’après la définition du semi-produit scalaire sur

Λ̃,

k(x,y) = (δx, δy)Λ̃ = (ϑδx, ϑδy)Λ = 〈ϑδy , %−1ϑδx〉Λ,F .
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Ce théorème est d’utilisation constante pour établir des modèles de type bôıte noire par ré-

gression régularisée dans des espaces hilbertiens à noyau reproduisant. En pratique, on choisit

une fonction symétrique de type positif et le théorème garantit l’existence d’un espace hilbertien

admettant cette fonction comme noyau reproduisant. L’intérêt principal de l’espace hilbertien à

noyau reproduisant ainsi construit est la simplicité des calculs de produits scalaires. En effet, si

f =
∑n
i=1 λik(xi, .) et g =

∑m
i=1 µik(yi, .) alors

(f, g)F =

n,m∑

i,j=1

λiµjk(xi,yj) .

Un cas important d’application de ce théorème apparâıt lorsque l’on choisit un noyau repro-

duisant sous la forme d’une fonction de covariance. Nous verrons dans la section 3.5.5 l’utilisation

pratique de cette possibilité.

Réciproquement, est-il possible d’associer à tout espace hilbertien F de fonctions sur X un

noyau reproduisant k tel que F soit engendré par les fonctions k(x, .) lorsque x parcourt X ?

Théorème 8. Soit F un espace hilbertien de fonctions f : X → R vérifiant

∀x ∈ X, ∃Mx > 0, tel que |f(x)| ≤Mx‖f‖F , ∀f ∈ F . (3.3)

Alors F possède un noyau reproduisant k.

Démonstration. La condition (3.3) exprime que la forme linéaire δx : f 7→ f(x) est continue sur F ,

donc qu’elle est élément de F∗. Si % est l’opérateur de dualité de F sur F∗, posons k̃(x) = %−1δx
et k(x,y) = k̃(x)(y). Alors k est bien le noyau reproduisant de F , puisque ∀f ∈ F , f(x) =

〈δx, f〉F∗,F = (%−1δx, f)F = (k(x, .), f)F .

Remarquons que le théorème 8 établit la réciproque de la proposition 25. Il est d’ailleurs

fréquent de donner la définition d’un espace à noyau reproduisant à partir de l’hypothèse (3.3) qui

requiert la continuité de la forme linéaire d’évaluation ponctuelle.

3.2 Constructions d’espaces hilbertiens à noyau reprodui-

sant

3.2.1 Exemples en dimension finie

Considérons un espace vectoriel F de dimension finie l. Tout élément f ∈ F peut s’écrire à

l’aide d’une base B = {r1, . . . , rl} de F

f =

l∑

i=1

biri .

Notons b = (b1, . . . , bl)
T le vecteur représentant f dans la base B. Soit K = (ki,j)

l
i,j=1 une matrice

symétrique définie positive (une telle matrice peut correspondre à une matrice de covariance). K

est inversible et son inverse est noté Q = (qi,j)
l
i,j=1. Muni du produit scalaire

(f1, f2)F = bT

1 K−1b2 = bT

1 Qb2 ,

F est un espace hilbertien. Q est la matrice de produit scalaire dans B telle que qi,j = (ri, rj)F .
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Exemple 1

Soit F un espace vectoriel de fonctions admettant une base de fonctions r1(x), . . . , rl(x), x ∈ X.

Toute fonction de F peut s’écrire f(x) =
∑
i biri(x). Alors F admet le noyau reproduisant

k(x,y) = r(x)TKr(y) , (3.4)

où ∀x ∈ X, r(x) = (r1(x), . . . , rl(x))T. En effet, comme fonction de y, k(x,y) défini par (3.4) est

représenté par le vecteur Kr(x) dans la base r1(x), . . . , rl(x) et par conséquent

(f, k(x, .))F = bTK−1Kr(x) = f(x) .

Le cas particulier K = Il correspond au choix de la norme ‖f‖2
F =

∑l
i=1 b

2
i (voir aussi la sec-

tion 3.4.1).

Exemple 2

Soit F un espace vectoriel de fonctions réelles sur un ensemble fini X = {x1, . . . ,xl} (F = Rl).

Tout élément de F est représenté par ses coordonnées f(x1), . . . , f(xl) dans la base canonique

{r1, . . . , rl}. Le produit scalaire dans F s’écrit (f1, f2)F =
∑l
i,j=1 f(xi)qi,jf(xj). Alors F admet

le noyau reproduisant k(xi,xj) = ki,j . On vérifie en effet que

(f, k(xl, .))F =

l∑

i,j=1

f(xi)qi,jk(xl,xj) =

l∑

i,j=1

f(xi)qi,jkl,j = f(xl) .

Ces deux exemples sont construits de la même manière. Dans le premier, on utilise une base

finie de fonctions. Dans l’autre cas, on utilise le fait que la fonction est déterminée par un nombre

fini de ses coordonnées de X. Un cas intéressant apparâıt lorsqu’un nombre fini de coordonnées de

X détermine de manière unique les coordonnées dans une base de fonctions (par exemple, quand

cette base de fonctions est une base de polynômes de degré fini).

3.2.2 Exemples en dimension infinie

Exemple 1

Pour cet exemple (d’après Hirsch et Lacombes, 1999), on se fixe une mesure borélienne µ sur

R. Si h ∈ L2(µ), on note fh la fonction sur R définie par

fh(x) =

∫
eıtxh(t)dµ(t).

L’application h 7→ fh est injective. En effet, si ∀x
∫
eıtxh(t)dµ(t) = 0, alors h est nulle µ-presque

partout (voir par exemple (Hirsch et Lacombes, 1999)). Soit alors F = {fh, avec h ∈ L2(µ)}.
Pour h1, h2 ∈ L2(µ), on pose

(fh1 , fh2)F =

∫
h1h2dµ.

On vérifie alors aisément que F est un espace de Hilbert. De plus, F admet le noyau reproduisant

k(x, y) =

∫
eıt(x−y)dµ(t)

car t 7→ e−ıty ∈ L2(µ) et (fh, k(., y))F =
∫
heıtydµ = fh(y). (Cet exemple sera revu dans la

section 3.3.3 consacrée à la représentation spectrale des noyaux.)
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Exemple 2

Nous présentons maintenant un exemple inspiré de (Adler, 1990) où une fonction de covariance

est utilisée comme noyau reproduisant. Soit W (t) un mouvement brownien défini ∀t ∈ T = [0, 1].

La covariance de W (t) est donc k(t, s) = min(s, t). On s’intéresse à la nature de l’espace de

Hilbert F admettant la fonction k(t, s) comme noyau reproduisant. Considérons deux fonctions

de F , f1(.) =
∑n

i=1 λik(ti, .) et f2(.) =
∑m
j=1 µjk(sj , .). Leur produit scalaire dans F s’écrit

(f1, f2)F =

n,m∑

i,j=1

λiµj min(ti, sj) .

En remarquant que la dérivée de k(t, s) par rapport à t peut s’écrire
�

[0,s](t), on obtient une

nouvelle expression du produit scalaire sous la forme :

(f1, f2)F =

n,m∑

i,j=1

λiµj

∫ 1

0

�

[0,ti](t)
�

[0,sj ](t)dt

=

∫ 1

0


∑

i

λi
�

[0,ti](t)
∑

j

µj
�

[0,sj ](t)


 dt

=

∫ 1

0

f
(1)
1 (t)f

(1)
2 (t)dt .

Par conséquent, F est constitué de l’ensemble de fonctions
{
f ∈ RT , telle que f(t) =

∫ t

0

f (1)(s)ds et

∫ 1

0

(f (1)(t))2dt <∞
}
, (3.5)

muni du produit scalaire

(f1, f2)F =

∫ 1

0

f
(1)
1 (t)f

(1)
2 (t)dt .

En effet, il est immédiat de vérifier que k(s, t) est dans l’ensemble défini par (3.5) et que de plus,

∀t ∈ T ,

(f, k(t, .))F =

∫ 1

0

f (1)(s)
�

[0,t](s)ds = f(t) .

F est constitué de fonctions presque partout dérivables. Cet exemple illustre une caractéris-

tique importante : l’espace hilbertien engendré par une fonction de covariance k est un espace

de fonctions possédant des propriétés comparables à celles des trajectoires du processus aléatoire

gaussien admettant k comme covariance.

Cet exemple est également important parce qu’il est à la base de la théorie de nombreux types

de splines. Les splines sont en effet des solutions dans un espace hilbertien à noyau reproduisant

d’un problème d’approximation régularisé (par la norme de l’espace hilbertien). Ainsi, l’espace F
construit ci-dessus correspond à des splines linéaires en dimension 1. Les solutions régularisées

d’un problème d’approximation seront dans ce cas des fonctions linéaires par morceaux. Nous

n’abordons pas explicitement la théorie des splines dans cette présentation (un point de vue plus

général est celui de la régression régularisée dans des espaces hilbertiens à noyau reproduisant,

présenté dans la section 3.4). Notons que la théorie des splines nécessite en principe d’introduire

la notion de noyau conditionnellement positif, qui sera présentée au chapitre 4. ((Wahba, 1990)

constitue une référence classique sur le sujet.)
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3.2.3 Notion d’espace des caractéristiques

Cette section explique de manière informelle le rôle fondamental des noyaux reproduisants dans

la théorie de l’apprentissage (Vapnik, 1995). La fonction principale d’une procédure d’apprentissage

est de classer des données de manière automatique. Ces données correspondent à des catégories

dépendant de certains facteurs, représentés comme dans le cas de la modélisation bôıte noire par un

vecteur x ∈ X. On met en correspondance l’ensemble des catégories avec un ensemble d’étiquettes

numériques L (par exemple, s’il y a deux catégories, on associe un ensemble d’étiquettes L =

{+1,−1}). Les données sont des couples (xi, f
obs
xi

) ∈ X ×L, i = 1, . . . , n.

Un problème à deux catégories est dit linéairement séparable s’il existe un hyperplan dans

l’espace des facteurs X, tel que les données avec des étiquettes différentes se trouvent de part et

d’autre de cet hyperplan. On cherche donc une fonction linéaire x 7→ f(x) telle que, ∀i ∈ {1, . . . , n},
f(xi)f

obs
xi

> 0. Il existe pour cela plusieurs méthodes (réseaux de neurones formels, détection li-

néaire à partir des moments d’ordre deux, machines à vecteurs de support) et dans la plupart

des cas, il est facile de montrer (voir (Vapnik, 1995) et la section 3.4.2) que l’on obtient des pro-

blèmes d’approximation linéaire pouvant s’exprimer uniquement en fonction des produits scalaires

(x,y)Rd , x,y ∈ X. Lorsque le problème n’est plus linéairement séparable dans X, l’approche uti-

lisée dans la plupart des ouvrages de la littérature de la théorie de l’apprentissage est connue

sous le nom d’astuce du noyau, traduction du terme anglais kernel trick (Aizerman et al., 1964),

popularisée dans le cadre de la classification de données par (Boser et al., 1992).

Cette approche passe par l’introduction d’une fonction φ : x ∈ X 7→ φ(x) ∈ F qui transforme

l’espace des facteurs initial X en un espace dans lequel la séparation linéaire redevient possible. F
est appelé espace des caractéristiques (feature space en anglais) et peut être un espace de dimension

infinie, typiquement un espace de fonctions elles-mêmes définies sur X. Le problème de séparation

linéaire dans F fait alors intervenir des produits scalaires (φ(x), φ(y))F . L’astuce du noyau consiste

à ne jamais expliciter les transformations φ(x) puisque seule la fonction k(x,y) = (φ(x), φ(y))F
a besoin d’être évaluée. Or dans un espace de Hilbert à noyau reproduisant, on a la propriété

k(x,y) = (k(x, .), k(y, .))F . L’idée est donc de poser φ(x) = k(x, .) et l’espace des caractéristiques

est donc un espace hilbertien à noyau reproduisant. Récemment, de nombreux problèmes ont

bénéficié de ce point de vue. Parmi ces méthodes, les machines à vecteurs de support (Vapnik,

1995 ; Schölkopf et Smola, 2002) connaissent un succès indéniable de même que les méthodes

d’analyse en composantes principales à noyau, kernel principal component analysis (KPCA) en

anglais (Schölkopf et al., 1998 ; Mika et al., 1999 ; Müller et al., 2001). La théorie de l’apprentissage

a donc joué un rôle important dans le développement des méthodes à noyau1.

3.3 Quelques représentations d’un noyau reproduisant

Nous présentons dans les paragraphes suivants des notions sur les représentations possibles d’un

noyau reproduisant. Ceci facilitera la compréhension du rôle de la norme d’un espace hilbertien

à noyau reproduisant donné (dans la section 3.4, nous utiliserons des normes d’espaces à noyau

reproduisant pour régulariser des problèmes de régression).

1On peut regretter cependant que certaines méthodes classiques, notamment les méthodes de régression régula-

risée avec attache aux données quadratique aient été réinventées. Par exemple, les méthodes dites « proximal vector

machines », ou « least square SVM » sont clairement de simples reformulations de méthodes bien connues.
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3.3.1 Représentation de Mercer sur des domaines compacts

Lorsque le domaine de définition X des fonctions de F est compact, il existe une représentation

des noyaux reproduisants utilisant le théorème de Mercer que nous souhaitons rappeler. Dans la

littérature cette représentation est souvent mentionnée malgré le caractère restrictif de l’hypothèse

de compacité de X 2. Nous adoptons le point de vue formel de la théorie des opérateurs de Hilbert–

Schmidt, telle qu’elle est exposée dans la plupart des ouvrages d’analyse fonctionnelle (voir par

exemple (Riesz et Nagy-Sz., 1965 ; Hirsch et Lacombes, 1999 ; Aubin, 2000)).

Définition 25 (Opérateur de Hilbert–Schmidt). Soit E un espace de Hilbert, séparable, de

dimension infinie. L(E) désigne l’ensemble des opérateurs linéaires sur E . Si (en)n∈N est une base

hilbertienne de E , on dit qu’un opérateur T ∈ L(E) est un opérateur de Hilbert–Schmidt lorsque

la série numérique
∑∞
n=0‖Ten‖2 est convergente. On démontre (voir par exemple (Aubin, 2000))

que cette définition est indépendante de la base hilbertienne considérée.

Proposition 26. Les opérateurs de Hilbert–Schmidt sont compacts.

Démonstration. Il s’agit d’un résultat classique (Hirsch et Lacombes, 1999 ; Aubin, 2000).

Définition 26 (Opérateur intégral). Soit X un domaine compact de Rd et k : X × X → R

une fonction continue de carré sommable sur X × X. On définit l’opérateur linéaire intégral Tk :

L2(X) → L2(X) par la relation,

Tkf(x) =

∫

X

k(x,y)f(y)dy , ∀x ∈ X.

La fonction k est appelée noyau de l’opérateur intégral Tk.

Théorème 9 (du noyau). Soit X un compact de Rd. (L2(X) est donc séparable.) Un opérateur

T ∈ L(L2(X)) est de Hilbert–Schmidt si et seulement si il est associé à un opérateur intégral à

noyau k ∈ L2(X × X).

Démonstration. Voir Aubin (2000).

Proposition 27. Si k ∈ L2(X × X) est symétrique, Tk est un opérateur auto-adjoint. Si de plus

k est une fonction de type positif, alors Tk est un opérateur positif (c’est-à-dire (Tkf, f)L2(X) ≥ 0,

∀f ∈ L2(X)).

Démonstration. Il s’agit encore de résultats classiques sur les opérateurs de Hilbert–Schmidt

(Hirsch et Lacombes, 1999).

Rappelons ensuite les propriétés des valeurs propres d’un opérateur auto-adjoint compact.

Théorème 10 (Valeurs propres des opérateurs auto-adjoints compacts). Soit T un opéra-

teur auto-adjoint compact quelconque sur un espace hilbertien E et vp(T ) l’ensemble de ses valeurs

propres. Pour chaque valeur propre λ ∈ vp(T ), on note Eλ l’espace propre associé.

– L’ensemble vp(T ) est une partie infinie, dénombrable et bornée de R, dont le seul point

d’accumulation est 0.

2(Courant et Hilbert, 1965) traite à un niveau élémentaire des opérateurs intégraux et du théorème de Mercer.
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– Si T est positif, alors toutes ses valeurs propres sont positives ou nulles.

– Tous les sous-espaces propres de T correspondant à des valeurs propres non nulles sont de

dimension finie.

– Deux sous-espaces propres de T correspondant à des valeurs propres différentes sont ortho-

gonaux

– Soit, pour chaque valeur propre non nulle λ de T , Pλ le projecteur orthogonal sur Eλ. Alors

T =
∑
λ∈vp(T )0 λPλ, au sens des familles sommables dans L(E).

Démonstration. Voir (Hirsch et Lacombes, 1999).

Corollaire 1. L’espace ImT admet une base hilbertienne dénombrable (ϕn)n∈N formée de vecteurs

propres de T correspondant à des valeurs propres non nulles. Pour tout f ∈ ImT ,

f =
∑

n∈N

(f, ϕn)ϕn .

Nous supposerons par la suite que k est symétrique et que Tk n’est pas de rang fini. Soit

(ϕn)n∈N une base hilbertienne de ImTk formé de vecteurs propres de Tk et (λn)n∈N la suite des

valeurs propres non nulles correspondantes. Si k est continu, symétrique et de type positif, k

définit un noyau reproduisant. Le théorème de Mercer est fondé sur la représentation spectrale de

l’opérateur Tk et permet donc d’établir une représentation d’un noyau reproduisant k ∈ L2(X×X)

lorsque X est compact.

Théorème 11 (Mercer). Soit Tk un opérateur de Hilbert–Schmidt sur L2(X) avec X compact.

Avec les notations et hypothèses ci-dessus,

∫∫
|k(x,y)|2dxdy =

+∞∑

n=0

λ2
n

et

k(x,y) =

+∞∑

n=0

λnϕn(x)ϕn(y) . (3.6)

Ces séries convergent absolument et uniformément sur L2(X,X).

Démonstration. Voir (Riesz et Nagy-Sz., 1965 ; Aubin, 2000).

La représentation (3.6) peut être vue comme une généralisation de (3.4). On peut montrer de

plus que F peut être caractérisé à l’aide des valeurs et des vecteurs propres de Tk (voir Cucker et

Smale (2001) par exemple). En effet, F s’identifie à l’espace

{
f ∈ L2(X) telles que f =

∞∑

n=0

cnϕn ,

(
cn√
λn

)
∈ `2(N)

}

avec la norme

‖f‖2
F = (

∞∑

n=0

cnϕn,

∞∑

m=0

cmϕm)F =

∞∑

n=0

c2n
λn

< +∞ .

Par conséquent, les fonctions de l’espace hilbertien F à noyau reproduisant k peuvent être re-

présentées dans une base (ϕn)n∈N. De plus, les coefficient cn de cette représentation décroissent
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d’autant plus vite que les valeurs propres λn tendent rapidement vers zéro. La représentation de

Mercer permet donc de mettre en relation un noyau et la régularité des fonctions générées par ce

noyau.

3.3.2 Utilisation de frames

La théorie des frames (Duffin et Schaeffer, 1952 ; Daubechies, 1992 ; Mallat, 1999) a été

introduite dans le cadre des problèmes de reconstruction de fonctions à partir d’échantillonnages

réguliers ou irréguliers. Il n’est donc pas surprenant que l’on puisse établir des liens entre la théorie

des frames et celle des noyaux reproduisants qui est également utilisée pour l’approximation de

fonctions (ce que nous verrons dans la section 3.4). Ces liens ont par exemple été explicités dans

(Gao et al., 2001 ; Rakotomamonjy et Canu, 2002). Dans les paragraphes suivants, nous rappelons

quelques éléments de la théorie des frames (Mallat, 1999) et la démarche permettant de construire

un noyau reproduisant à partir de la donnée d’une frame.

Une frame d’un espace hilbertien F de fonctions définies sur X est une suite (φj)j∈J d’éléments

de F , où J est un ensemble fini ou dénombrable, telle que toute fonction f ∈ F est caractérisée

entièrement par les produits scalaires ((f, φj)F )j∈J . Les éléments de la frame ne sont pas néces-

sairement linéairement indépendants. La définition précise d’une frame est rappelée ci-dessous.

Définition 27. Une suite de fonctions (φj)j∈J est une frame de F s’il existe deux constantes

0 < A ≤ B <∞ telles que

∀f ∈ F A‖f‖2
F ≤

∑

j∈J

|(f, φj)F |2 ≤ B‖f‖2
F . (3.7)

Une frame ajustée est telle que A = B. A et B sont les bornes de frame.

La relation (3.7) est une condition de stabilité. Comme ((f, φj)F )j∈J ∈ `2(J ), il est licite de

définir l’opérateur de frame U par

U : F → `2(J )

f 7→ ((f, φj)F )j∈J .

On définit également U∗, l’adjoint de U tel que (Uf, x)`2(J ) = (f, U∗x)F .

Exemple. Une base orthonormale d’un espace hilbertien F est un cas particulier de frame

avec A = B = 1. Par exemple, la famille {T−1hT (tnT ), n ∈ N} où hT (t) = sin(πt/T )/(πt/T ) est

une frame de l’espace des fonctions de L2(R) dont la transformée de Fourier est à support dans

[−π/T, π/T ]. Dans ce cas Uf = (f(nT ))n∈N.

Théorème 12. Soit (φj)j∈J une frame de F , avec des bornes A et B. On définit la frame duale

(φ̃j)j∈J de F par

φ̃j = (U∗U)−1φj .

Alors ∀f ∈ F ,
1

B
‖f‖2

F ≤
∑

j∈J

|(f, φ̃j)F |2 ≤ 1

A
‖f‖2

F

et

f =
∑

j∈J

(f, φ̃j)Fφj =
∑

j∈J

(f, φj)F φ̃j .
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Démonstration. Voir par exemple (Mallat, 1999).

Théorème 13. Soit F un espace de Hilbert et (φj)j∈J une frame de F . Si ∀x ∈ X,

∥∥∥
∑

j∈J

φj(x)φ̃j(.)
∥∥∥
F
<∞ ,

alors F est un espace hilbertien à noyau reproduisant.

Démonstration. Soit f ∈ F . Alors ∀x ∈ X,

|f(x)| =
∣∣∣
∑

j∈J

(f, φ̃j)Fφj(x)
∣∣∣ ,

et par suite,

|f(x)| =
∣∣∣(f,

∑

j∈J

φj(x)φ̃j)F

∣∣∣

≤ ‖f‖F
∥∥∥∥
∑

j∈J

φj(x)φ̃j

∥∥∥∥
F

Donc F est un espace hilbertien à noyau reproduisant.

Le théorème suivant (voir par exemple Rakotomamonjy et Canu (2002)) donne la forme du

noyau reproduisant en fonction des éléments de la frame.

Théorème 14. Soit F un espace hilbertien séparable à noyau reproduisant. S’il existe une frame

(φj)j∈J de F , alors le noyau reproduisant admet la représentation

k(x,y) =
∑

j∈J

φ̃j(x)φj(y) . (3.8)

Démonstration. Pour toute fonction f ∈ F , et pour tout x ∈ X

f(x) =
∑

j∈J

(f, φ̃j)Fφj(x)

= (f,
∑

i∈J

φj(x)φ̃j)F .

Ceci montre que le noyau reproduisant de F peut bien se mettre sous la forme (3.8).

Les théorèmes précédents permettent par conséquent des représentations plus générales que

celle obtenue avec le théorème de Mercer, puisque la famille de fonctions φj ne constitue pas né-

cessairement une base de l’espace F . Remarquons également que lorsque la frame est de dimension

finie (par suite, F est de dimension finie), on retrouve les résultats établis dans la section 3.2.1, et

en particulier la relation (3.4).
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3.3.3 Représentation spectrale pour les noyaux invariants par transla-

tion

La représentation vue dans la section 3.3.1, valable pour des espaces X compacts, n’est pas

adaptée lorsque l’on utilise les noyaux classiques définis sur Rd × Rd, ce qui est habituellement le

cas. Si le noyau est invariant par translation sur Rd×Rd, le théorème de Bochner, rappelé dans la

section 2.4.2, peut être utilisé pour établir une représentation du noyau dans le domaine de Fourier.

L’hypothèse d’invariance par translation permet d’écrire k(x,y) = k(‖x− y‖). Si k(h) ∈ L2(Rd),

ce que nous supposerons par la suite, alors

k(x − y) =
1

(2π)d

∫

Rd

eı(u,x−y)k̃(u)du ,

où k̃(u) est la transformée de Fourier de k(h).

Proposition 28. Soit k : Rd × Rd → R un noyau reproduisant invariant par translation et F
l’espace hilbertien engendré par ce noyau. Si k(h) ∈ L2(Rd), alors F ⊂ L2(Rd) et de plus, ∀f ∈ F ,

‖f‖2
F =

1

(2π)d

∫

Rd

|f̃(u)|2k̃(u)−1 du . (3.9)

Démonstration. (Inspirée de (Aubin, 2000).) Rappelons que F̃ est l’espace vectoriel des combinai-

sons linéaires de k. Si k(h) ∈ L2(Rd), alors F̃ ⊂ L2(Rd) et ∀f ∈ F̃ , la transformée de Fourier de

f s’écrit

f̃(u) =
n∑

i=1

λie
−ı(u,xi)k̃(u) .

Par suite, on vérifie très simplement que ∀f ∈ F̃

‖f‖2
F =

1

(2π)d

∫

Rd

|f̃(u)|2k̃(u)−1du .

Comme k̃(u) est borné et positif, il existe c > 0 tel que k̃(u)−1 ≥ c, ∀u ∈ Rd. Si f ∈ F̃ ,

||f ||22 =
1

(2π)d

∫
|f̃(u)|2du ≤ 1

c(2π)d

∫
|f̃(u)|2k̃(u)−1 =

1

c
‖f‖2

F

montre que l’injection ϑ de F̃ dans L2(Rd) est continue. Notons alors % l’isométrie de F̃ dans le

complété F et ϑ̄ l’unique application de F dans L2(Rd) prolongeant (par continuité) ϑ au sens où

ϑ = ϑ̄%. Montrer que F ⊂ L2(Rd) consiste à montrer que ϑ̄ est injective. Soit f ∈ F telle que ϑ̄(f) =

0. Par définition du complété F , il existe une suite (fn)n∈N de F̃ telle que f = limn→∞ %(fn). La

suite (fn) est de Cauchy dans F̃ et donc (ϑ(fn)) est une suite de Cauchy dans L2(Rd) puisque ϑ

est continue. Notons u la limite de ϑ(fn) dans L2(Rd). Comme ∀n, ϑ̄%(fn) = ϑ(fn), ϑ(fn) converge

vers u = 0. Donc (fn) converge vers 0, f = 0 et ϑ̄ est injective.

On a donc montré que ϑ̄(F) est un complété de F̃ qui est contenu dans L2(Rd) (ϑ̄(F) est

un espace hilbertien pour le produit scalaire (ϑ̄(f), ϑ̄(g))ϑ̄(F) = (f, g)F , isométrique à F). En

identifiant ϑ̄(F) et F , on peut écrire F ⊂ L2(Rd). L’espace F est constitué de l’ensemble de

fonctions {
f ∈ L2(Rd), t.q.

∫

Rd

|f̃(u)|2k̃(u)−1du < +∞
}
,
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muni du produit scalaire

(f, g) =
1

(2π)d

∫
f̃(u)g̃(u)k̃(u)−1du .

On vérifie que ∀f ∈ F , ∀x ∈ Rd,

(k(· − x), f) =
1

(2π)d

∫
(k̃(u)e−ı(u,x))f̃(u)k̃(u)−1du = f(x) .

La norme de F écrite sous la forme (3.9) permet une interprétation intéressante en terme de

propriété de régularité. Remarquons en effet que la transformée de Fourier k̃ intervient avec une

puissance négative dans la norme. Or k̃ décrôıt lorsque les fréquences augmentent. Ceci montre

que la norme de F pénalise les composantes hautes fréquences des fonctions de F . Cette propriété

fondamentale est à l’origine de la régression régularisée qui sera présentée dans la section 3.4.

Remarquons enfin que l’expression du noyau

k(x − y) =
1

(2π)d

∫
eı(x−y,u)k̃(u)du =

1

(2π)d

∫
eı(x,u)e−ı(y,u)k̃(u)du (3.10)

permet une analogie avec la représentation de Mercer (3.6).

3.4 Régression régularisée

3.4.1 Généralités sur la régression régularisée en dimension finie

Dans cette section, nous reprenons le point de vue adopté au chapitre 1. Nous souhaitons

montrer comment la notion de noyau reproduisant peut être mise en place naturellement dans le

cadre de la régression régularisée pour la construction de modèles bôıte noire.

Considérons une fonction de plusieurs variables f ∗ : X ⊂ Rd → R, qui peut par exemple

représenter la sortie d’un système dépendant d’un ensemble de facteurs caractérisant son point

de fonctionnement. L’objectif est d’approximer f ∗(x) à partir d’un ensemble fini d’observations

S = {(xi, fobs
xi

), i = 1, · · · , n}. Les observations peuvent être bruitées, et dans ce cas f obs
xi

6= f∗(xi).

Une approximation de la fonction f∗ : X ⊂ Rd → R peut correspondre à un simple modèle

linéaire défini sur un domaine de l’espace des facteurs, par exemple autour d’un point de fonc-

tionnement du système. Cette approximation linéaire peut s’écrire f(x) = bTx + b0, où le vecteur

b ∈ Rd et le scalaire b0 sont des paramètres à estimer à partir des données et de l’information

a priori sur le système éventuellement disponible. La méthode la plus classique pour estimer ces

paramètres est sans doute la méthode des moindres carrés. Elle correspond à minimiser le critère

d’erreur d’approximation quadratique

J(b, b0) =

n∑

i=1

(fobs
xi

− bTxi − b0)
2 .

On peut généraliser très facilement cette régression linéaire en incorporant dans le modèle des

termes non-linéaires en x, tels que des monômes ou des fonctions exponentielles. L’approximation

s’écrit alors sous la forme

f(x) = bTr(x) , (3.11)
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où b = (b[1] · · · b[l])T et r(x) = (r[1](x) · · · r[l](x))T. Ce type d’approximation permet par exemple

la prise en compte de non-linéarités locales de f ∗(x), ou bien la modélisation de tendances poly-

nomiales sur le domaine d’étude X.

Le nombre de termes paramétriques dans (3.11) crôıt potentiellement très rapidement avec le

nombre de facteurs considérés. Par exemple, dans le cas d’approximations de type polynomial,

on peut noter qu’un polynôme complet de degré m à d variables comporte
(
d+m
d

)
monômes. Or

l’estimation d’un grand nombre de paramètres peut conduire à un problème mal conditionné (ou

mal posé) et à des instabilités numériques. (Pour détecter ces situations dans le cadre de la méthode

des moindres carrés, il est préférable de calculer le conditionnement de la matrice de régression

R = (r(x1) · · · r(xn)). Une solution classique pour un problème mal conditionné consiste à ajouter

un terme de régularisation dans le critère d’erreur d’approximation. Par exemple, on peut chercher

à minimiser

J(b) = C‖b‖2
2 +

n∑

i=1

(fobs
xi

− bTr(xi))
2 . (3.12)

Dans ce cas, on pénalise les grandes valeurs des éléments de b. Le paramètre C ∈ R+ permet

de régler le compromis entre régularisation et attache aux données. Ce type de régularisation est

connu sous le nom de régularisation de Tikhonov et possède une théorie mathématique bien établie

(Tikhonov et Arsenin, 1977). En particulier, il est possible d’établir des conditions suffisantes pour

obtenir un problème bien posé, c’est-à-dire telles que les solutions existent de manière unique et

soient stables. De manière informelle, on peut dire que le terme de régularisation dans (3.12)

permet de restreindre l’espace de recherche des fonctions optimales pour retrouver un problème

bien posé.

Toutefois, le principe de régularisation introduit dans (3.12) ne garantit pas pour autant une

approximation de qualité satisfaisante. Tout d’abord, la capacité d’approximation du modèle (3.11)

ne permet pas forcément une description pertinente des données. Cette capacité d’approximation

est liée, entre autres, à la dimension de l’espace des fonctions dans lequel on recherche le mini-

miseur de (3.12), c’est-à-dire au nombre de termes paramétriques dans le modèle. Si la capacité

d’approximation est suffisante, le modèle est capable d’interpoler les données, ce qui est utile par

exemple si l’on sait que le bruit d’observation du système est négligeable. On peut évidemment

chercher à augmenter cette capacité d’approximation en ajoutant autant de termes paramétriques

que nécessaire. Mais ce faisant, on risque d’obtenir une approximation très irrégulière (en anglais,

ce phénomène correspond à l’overfitting) si quelques précautions ne sont pas prises. Ce phénomène

est illustré par la figure 3.1, où l’on utilise un modèle comprenant 201 termes paramétriques, ob-

tenus en minimisant (3.12) (avec une petite valeur de C pour obtenir une quasi interpolation des

données, représentées par les carrés). Cet exemple montre qu’il est nécessaire d’utiliser un schéma

de régularisation adéquat. Nous nous intéressons à cette question dans la section suivante.

3.4.2 Choix d’un schéma de régularisation par utilisation d’un noyau

Soit b̂ le minimiseur du critère (3.12). Nous souhaitons montrer que le modèle b̂Tr(x) peut

être vu comme le résultat d’une régression à noyau reproduisant. Puisque b̂ satisfait ∂J
∂b

(b̂) = 0,
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Fig. 3.1 – Exemple d’interpolation de données avec une régression mal régularisée. Le vecteur de

régression est r(x) = [1 cos(ω0x) sin(ω0x) · · · cos(mω0x) sin(mω0x)]
T, où m = 100

on peut écrire

b̂ =
1

C

n∑

i=1

(fobs
xi

− b̂Tr(xi))r(xi) .

Par conséquent, il existe des scalaires âi tels que

b̂ =

n∑

i=1

âir(xi) .

Le problème de régression initial peut alors être reformulé comme celui de la recherche d’une

fonction f̂(x) =
∑

i âi(r(xi), r(x)), où (., .) est le produit scalaire canonique de Rl, et où les âi
minimisent le critère

J(ai, i = 1, · · · , n) =

∥∥∥∥
n∑

i=1

air(xi)

∥∥∥∥
2

+
1

C

n∑

i=1

(fobs
xi

− f̂(xi))
2 .

Ce problème, exprimé sous une forme dite duale, est évidemment de type moindres carrés et admet

une solution numérique qui s’obtient en résolvant un système d’équations linéaires en âi. Puisque

∥∥∥∥
n∑

i=1

air(xi)

∥∥∥∥
2

=
∑

i,j

ai(r(xi), r(xj))aj ,

le problème régularisé fait intervenir uniquement des produits scalaires de la forme k(xi,xj)
∆
=

(r(xi), r(xj)). Cela signifie que les objets r(xi) n’ont pas besoin d’être évalués directement, si

l’expression analytique de k est connue.

Appelons F l’espace des caractéristiques défini par vect{r(x) ∈ Rl,x ∈ X} ⊆ Rl. Tout b =∑n
i=1 air(xi) ∈ F peut être identifié à une fonction f de la forme

∀x ∈ X, f(x) = (r(x),

n∑

i=1

air(xi)) .
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Ainsi, F peut être identifié à un espace de fonctions, ces fonctions étant principalement caractéri-

sées par les objets r(x). (Nous utilisons par la suite la notation f ≡ b pour rappeler la propriété

d’identification.) On peut ensuite définir la norme de f ≡ b ∈ F par

‖f‖2
F =

n∑

i,j=1

ai(r(xi), r(xj))aj .

Dans F , r(x) est identifiable à l’opérateur d’évaluation ponctuelle. En effet, toute fonction f ≡ b

de F peut être évaluée en un point x en formant le produit scalaire f(x) = (r(x), b) (voir (3.11)).

L’opérateur r(x) d’évaluation en x est continu puisque |f(x)| ≤ ‖r(x)‖ ‖f‖F . Par conséquent, F
est un espace hilbertien à noyau reproduisant ; son noyau reproduisant est k(x,y), puisque l’on

peut identifier la fonction k(x, .) ∈ F à l’opérateur d’évaluation r(x) (k(x, .) ≡ r(x) en utilisant

le fait que k(x,y) = (r(y), r(x)), ∀ y).

Si l’on considère une fonction f ≡ b ∈ F , on a ‖f‖2
F =

∑l
i=1 b

2
[i], et donc l’espace des caracté-

ristiques F est muni d’une norme qui pénalise de la même manière tous les termes paramétriques

r[i](x) de r(x). Comme on l’a vu plus haut ceci n’est pas forcément désirable. Pour éviter les

comportements irréguliers de f , il faut pouvoir pénaliser davantage les termes à l’origine des

variations importantes. Typiquement, ces termes correspondent aux hautes fréquences. Une expé-

rience numérique simple, présentée dans la figure 3.2, confirme que la notion de choix du schéma

de régularisation est essentielle.

La régularisation peut être choisie a priori, par exemple, comme cela a été fait dans le cas de la

figure 3.2, en multipliant r(x) élément par élément par des coefficients choisis arbitrairement mais

de telle façon que ces coefficients décroissent lorsque la fréquence augmente. Cette approche n’est

toutefois pas très élégante et difficile à généraliser dans le cas d’espace de facteurs de dimension

supérieure à un3.

L’approche probablement la plus simple consiste à choisir le schéma de régularisation en utili-

sant la norme d’un espace hilbertien à noyau reproduisant offrant de bonnes propriétés de régularité

(sans nécessairement se restreindre à des dimensions finies comme ci-dessus). Cette idée permet

d’effectuer des régressions régularisées dans des espaces de fonctions de dimension infinie (grandes

capacités d’approximation possibles) en veillant à ce que les problèmes d’approximation restent

bien posés. En effet, nous avons vu dans la section 3.3 que les noyaux reproduisants, ainsi que les

éléments d’un espace à noyau, admettent des représentations spectrales sous certaines conditions.

Typiquement (par exemple comme dans (3.9)), la norme d’un espace à noyau pénalise les hautes

fréquences. Par suite, il est intéressant d’utiliser cette norme comme terme de régularisation. La

régression régularisée dans des espaces à noyau est détaillée dans la section suivante.

Enfin, notons que le schéma de régularisation (même à noyau reproduisant) doit résulter en

pratique d’une procédure d’adaptation aux données. En effet, le fait d’utiliser un noyau repro-

duisant arbitraire parmi les familles connues de fonctions symétriques positives ne garantit pas la

qualité de l’approximation. Ce point sera abordé au chapitre 5.

3Nous présentons cependant dans les sections 5.6 et 6.5 des approches conceptuellement très proches, où le

schéma de régularisation est adapté automatiquement aux données observées en optimisant un critère de qualité

d’approximation.
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Fig. 3.2 – Les données et la structure du modèle sont les mêmes que dans la figure 3.1,

mais le schéma de régularisation a été adapté, en utilisant le vecteur de régression r(x) =

[1 cos(ω0x)
1+ω1.3

0

sin(ω0x)
1+ω1.3

0
· · · cos(mω0x)

1+(mω0)1.3

sin(mω0x)
1+(mω0)1.3 ]T

3.4.3 Problème régularisé et forme des solutions

La forme générale d’un problème de régression dans un espace à noyau, régularisée par une

approche de Tikhonov (Tikhonov et Arsenin, 1977) est maintenant rappelée.

Considérons un système statique à plusieurs entrées et une seule sortie, c’est-à-dire une fonction

f∗ : X → R, ainsi qu’un ensemble fini d’observations S = {(xi, fobs
xi

) ∈ X × R, i = 1, . . . , n}. Si

le système est observé sans bruit, on a f ∗(xi) = fobs
xi

, ∀i. L’objectif est de chercher une fonction

f̂ dans un ensemble de fonctions F minimisant un critère quantifiant l’erreur d’approximation de

f∗, noté Jf∗(f).

Soit une fonction l(x, s, t) ∈ R+ ∪ +∞, x ∈ Rd, s, t ∈ R satisfaisant l(x, s, s) = 0, ∀x ∈ X,

∀s ∈ R. La fonction x 7→ l(x, f(x), f∗(x)) sert à assigner un coût lorsque f(x) s’écarte de la vraie

valeur f∗(x). l est donc appelée une fonction de coût (en anglais, loss function). En général, l ne

dépend pas de son premier paramètre x et la notation simplifiée l(s, t) sera utilisée par la suite.

Par exemple, l(s, t) = (s− t)2 est la fonction de coût dite quadratique (ou L2) et l(t, s) = |s− t|
est la fonction de coût dite L1.

Le critère d’erreur d’approximation que l’on souhaite minimiser, formé à partir des données et

de la fonction de coût, peut s’écrire

Jf∗(f) =
n∑

i=1

l(f(xi), f
obs
xi

) . (3.13)

Selon l’espace F choisi, les solutions optimales f̂ = argminf∈F Jf∗(f) possèdent des comporte-

ments très différents. Si F est suffisamment large, il est même possible de trouver une infinité de

fonctions qui annulent exactement le critère. En général, l’unicité de la solution n’est donc que

rarement vérifiée et la minimisation de Jf∗ est un problème mal posé. Pour garantir l’unicité de



80 Régression régularisée dans les espaces hilbertiens à noyau reproduisant

la solution ainsi que sa stabilité, il est nécessaire de s’assurer que F est suffisamment petit ou

de modifier le critère d’erreur d’approximation. L’utilisation de la norme de F comme terme de

régularisation obéit en quelque sorte à ces deux principes (on modifie le critère pour s’assurer que

f ∈ F ne « s’éloigne pas trop » de la fonction nulle).

Le théorème du représentant (prouvé dans (Kimeldorf et Wahba, 1970a) dans le cas quadra-

tique, et dans (Schölkopf et al., 2001) dans le cas général) permet d’établir la forme des solutions.

Théorème 15 (dit du représentant). Soit F un espace hilbertien à noyau reproduisant et soit

le critère d’erreur d’approximation régularisée de Tikhonov, défini sur F par

Jf∗,reg(f) =

n∑

i=1

l(f(xi), f
obs
xi

) + C‖f‖2
F , (3.14)

où C > 0. Alors, si l(s, t) est convexe en s, le minimiseur de Jf∗,reg dans F est unique et peut

s’écrire sous la forme

f̂(x) =
n∑

i=1

aik(x,xi) .

où a = (a1, . . . , an)
T est la solution d’un problème bien posé.

Démonstration. Voir (Schölkopf et al., 2001).

Proposition 29 (Cas d’une fonction de coût quadratique). Si l(s, t) = (s− t)2, le minimi-

seur de Jf∗,reg(f) s’obtient en résolvant le système d’équations linéaires

(CIn + K)a = fobs , (3.15)

où K est la matrice n× n d’éléments ki,j = k(xi,xj) et où fobs = (fobs
x1

, . . . , fobs
xn

)T.

On constate que (3.15) est le système obtenu dans la méthode du krigeage dual avec bruit

d’observation. On peut donc interpréter C comme la variance du bruit d’observation. Il est main-

tenant important de s’interroger sur les liens précis qui existent entre la régression régularisée par

une norme d’espace à noyau reproduisant et le krigeage (ou la prédiction linéaire). Les sections

suivantes montrent que les méthodes sont équivalentes, ce qui est en fait peu surprenant.

3.5 Espaces hilbertiens à noyau reproduisant et processus

aléatoires

Les constructions des espaces H et F effectuées dans les sections 2.4.3 et 3.1 sont très similaires.

Nous souhaitons présenter plus précisément les liens entre ces deux espaces, ainsi que le rôle joué

par l’espace Λ obtenu comme le complété de l’espace vectoriel des mesures à support fini pour la

topologie induite par le noyau. Les premiers travaux qui étudient précisément le rôle des espaces

à noyau reproduisant dans le domaine des processus aléatoires sont à notre connaissance (Parzen,

1962, 1963, 1970), ainsi que (Hajek, 1962) qui ne recourt toutefois pas explicitement à la notion

de noyau reproduisant. En se fondant sur ces premières études4, Kimeldorf et Wahba (1970b) ont

établi un résultat important concernant l’équivalence entre la régression régularisée par une norme

d’espace à noyau reproduisant et la prédiction linéaire, que nous présenterons dans la section 3.5.5.

4Anecdote : E. Parzen était directeur de la thèse de G. Wahba.
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3.5.1 Trois espaces ayant la même structure

Soit F (x), x ∈ X, un processus aléatoire du second ordre, de moyenne nulle et de covariance

k(x,y). Considérons H̃ l’espace engendré par les combinaisons linéaires de F (x) et soit H un

complété de H̃ pour la norme de L2(Ω,A,P). Rappelons que Λ̃ désigne l’espace des mesures à

support fini sur X. Ainsi, si λ ∈ Λ̃, cette mesure peut s’écrire λ =
∑n
i=1 λiδxi . On munit Λ̃ du

produit scalaire

(λ, µ)Λ̃ =

n,m∑

i,j=1

λiµjk(xi,yj) ,

et on désigne par Λ un complété de Λ̃ pour ce produit scalaire. L’application linéaire F : Λ → H,

telle que F (λ) =
∑n

i=1 λiF (xi) pour λ ∈ Λ̃, et qui se prolonge par continuité sur Λ, définit une

isométrie bijective entre Λ et H. Nous avons également vu plus haut que Λ est le dual d’un espace

hilbertien de fonctions F admettant le noyau reproduisant k(x,y). Il existe donc une isométrie

bijective entre Λ et F .

Par conséquent, Λ, H et F ont la même structure et sont isomorphes. Les topologies sur

ces espaces sont toutes liées au noyau k(x,y). Dans H, k(x,y) caractérise la corrélation entre

deux variables aléatoires F (x) et F (y) qui augmente lorsque les facteurs x et y sont proches.

Les propriétés des trajectoires de F (x) (notamment l’échelle caractéristique des variations de ces

trajectoires, la régularité, etc.) dépendent de la forme de k(x,y). Dans F , toute fonction peut

être reconstruite ou approximée par des combinaisons linéaires de k(x,y). Donc les fonctions de

F sont également caractérisées par la forme de k(x,y).

3.5.2 Espace hilbertien engendré par une fonction de covariance

Nous avons vu précédemment que toute fonction de covariance k(x,y) d’un processus aléatoire

F (x) est admissible comme noyau reproduisant. Les paragraphes suivants explicitent l’isomor-

phisme entre l’espace H et l’espace hilbertien F à noyau reproduisant k.

Soit H l’espace hilbertien engendré par un processus aléatoire F (x) du second ordre, de

moyenne nulle et de covariance k(x,y). Considérons l’application linéaire % : H → RX définie

par

(%X)(x) = (F (x), X)H , ∀x ∈ X .

Soit F = Im ρ, l’image de H par cette application, c’est-à-dire l’espace vectoriel des fonctions f

telles que f = %X , lorsque X parcourt H. Si f = %X ∈ F , pour un certain X ∈ H, on a donc la

relation fondamentale (Parzen, 1962, 1963, 1970)

f(x) = (F (x), X)H , ∀x ∈ X.

Supposons de plus k(x,y) définie positive. Alors %X1 = %X2, X1, X2 ∈ H, implique X1 = X2, si

bien que % : H → F est inversible. Le produit scalaire sur F défini par

(f, g)F = (%−1f, %−1g)H ,

dote F d’une structure d’espace hilbertien et nous constatons que % est une isométrie bijective

entre H et F (parfois appelée isométrie de Loève (Lukic et Beder, 2001)).
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L’espace F ainsi construit est-il un espace à noyau reproduisant ? On montre facilement que

k(x, .) ∈ F , que %−1k(x, .) = F (x) et

(k(x, .), k(y, .))F = (F (x), F (y))H = k(x,y) , ∀x,y ∈ X .

De même, si f = %X ∈ F , pour un X ∈ H, on a

f(x) = (F (x), X)H = (k(x, .), f)F , ∀x ∈ X.

Par conséquent, F admet le noyau reproduisant k(x,y). Notons que F est engendré par les fonc-

tions k(x, .), lorsque x parcourt X ; les fonctions k(x, .) sont identifiables aux éléments F (x), qui

engendrent H. Par la suite, nous dirons simplement que F est engendré par la covariance k(x,y)

et il sera sous-entendu que F est muni d’une structure d’espace hilbertien avec le produit scalaire

dérivant de k(x,y).

Dans la section 2.4.3, nous avons rappelé qu’un filtrage linéaire de F (x) génère un processus

aléatoire appartenant à H. Nous verrons dans les paragraphes suivants que l’espace des fonctions

engendrées par la covariance du processus filtré est un sous-espace de F . Considérons un opérateur

linéaire continu T : H → H et notons F1 l’espace vectoriel engendré par la covariance k1(x,y) du

processus F1(x) = TF (x). L’espace F1 est donc constitué de l’ensemble des fonctions s’exprimant

sous la forme

f1(x) = (F1(x), X)H1 = (F1(x), X)H = (%1X)(x) , X ∈ H1 ,

où H1 est l’espace hilbertien de variables aléatoires généré par F1(x), x ∈ X, et %1 : H1 → F1

est une application bijective. Muni du produit scalaire (f1, g1)F1 = (%−1
1 f1, %

−1
1 g1)H1 , F1 est un

espace hilbertien à noyau reproduisant k1(x,y).

À tout opérateur linéaire continu T : H → H nous faisons correspondre un opérateur linéaire

F → F , noté (abusivement) T , tel que pour f ∈ F ,

(Tf)(x) = (TF (x), %−1f)H , ∀x ∈ X .

On a donc, en notant T ∗ l’opérateur adjoint de T , Tf = %T ∗%−1f , ce qui montre que T : F → F
est continu.

Théorème 16. On a F1 ⊆ F et plus précisément, les relations suivantes :

F1 = {TT ∗f , f ∈ F} , (3.16)

k1(x, .) = TT ∗k(x, .) , ∀x ∈ X , (3.17)

(TT ∗f, TT ∗g)F1 = (TT ∗f, g)F , ∀f, g ∈ F . (3.18)

Démonstration. Soit f1 ∈ F1, alors ∃X ∈ H tel que ∀x ∈ X,

f1(x) = (TF (x), TX)H = (T ∗TF (x), X)H = (TT ∗f)(x) ,

avec f ∈ F (en utilisant la relation ABf = %(BA)∗%−1f). Réciproquement, si f = %X ∈ F , alors

(TT ∗f)(x) = (T ∗TF (x), X)H = (TF (x), TX) ∈ F1 .
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D’autre part ∀x,y ∈ X,

k1(x,y) = (TF (y), TF (x))H = (T ∗TF (y), F (x)) = (TT ∗k(x, .))(y) ,

ce qui établit la relation (3.17) entre les noyaux reproduisants k et k1.

Enfin, ∀f, g ∈ F , (TT ∗f, TT ∗g)F1 est une forme bilinéaire continue dans F . En particulier, à

f fixé, il existe f̃ ∈ F telle que ∀g ∈ F ,

(TT ∗f, TT ∗g)F1 = (f̃ , g)F .

En prenant g = k(x, .), on a ∀x ∈ X

f̃(x) = (f̃ , k(x, .))F = (TT ∗f, TT ∗k(x, .))F1 = (TT ∗f, k1(x, .))F1 = (TT ∗f)(x) ,

ce qui démontre (3.18).

3.5.3 Opérateur de domination

Dans les paragraphes suivants, nous rappelons la notion de domination entre normes et les

relations connues dans le cas des espaces hilbertiens à noyau reproduisant (Aronszajn, 1950).

Définition 28. Soient ‖.‖0 et ‖.‖1 deux normes définies sur un espace vectoriel F̃ . On dit que la

norme ‖.‖0 domine la norme ‖.‖1 lorsque

‖f‖0 ≤ ‖f‖1 ∀f ∈ F̃ .

Par suite, le complété F1 de F̃ pour la norme ‖.‖1 est un sous-espace vectoriel du complété F0 de

F pour la norme ‖.‖0 (F1 ⊆ F0).

Soient k0 et k1 deux noyaux reproduisants, et F0 et F1 les espaces hilbertiens à noyau repro-

duisant correspondant.

Définition 29. On dit que le noyau k0 domine le noyau k1, ce que l’on écrit k0 ≥ k1, si F1 ⊆ F0.

(F1 est un sous-espace vectoriel de F0 mais possède un produit scalaire différent de celui de F0.

F1 n’est donc pas un sous-espace hilbertien de F0.)

Théorème 17. Soient k0 et k1 tels que k0 ≥ k1. Alors

‖f‖F0 ≤ ‖f‖F1 , ∀f ∈ F1 .

De plus, il existe un opérateur unique L : F0 → F0 dont l’image est contenue dans F1, et tel que

(f, g)F0 = (Lf, g)F1 , ∀f ∈ F0 , ∀g ∈ F1 .

En particulier,

Lk0(x, .) = k1(x, .) , ∀x ∈ X .

L’opérateur L est continu, positif et auto-adjoint.

Réciproquement, soit L : F0 → F0 un opérateur continu, positif et auto-adjoint. Alors

k1(x,y) = (Lk0(x, .), k0(y, .))F0 , x,y ∈ X ,

définit un noyau reproduisant tel que k1 ≤ k0.
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Démonstration. Ce théorème rassemble un certain nombre de résultats prouvés dans (Aronszajn,

1950).

L’opérateur L du théorème 17 est appelé opérateur de domination de k1 par k0. On dit que la

domination est nucléaire si L est un opérateur nucléaire (voir par exemple Ibragimov et Rozanov,

1978 ; Yosida, 1980 ; Lukic et Beder, 2001). Nous notons alors k0 � k1 la relation de domination

nucléaire.

3.5.4 Processus aléatoires à trajectoires dans un espace à noyau repro-

duisant

Cette section énonce les conditions pour que les trajectoires d’un processus aléatoire de cova-

riance k1 appartiennent à un espace hilbertien à noyau k0 (Hajek, 1962 ; Driscoll, 1973 ; Lukic

et Beder, 2001). Rappelons que nous avons vu dans la section 2.3 la notion de variable aléatoire

dans un espace de Hilbert F . Nous présentons maintenant plus précisément les propriétés de ces

objets lorsque F est un espace hilbertien à noyau reproduisant.

Proposition 30. Soit F un espace hilbertien à noyau reproduisant k, (Ω,A,P) un espace de

probabilités et F (ω,x) un processus aléatoire tel que ses trajectoires sont dans F avec probabilité un.

Alors

F (ω) = F (ω, .) , ω ∈ Ω , (3.19)

définit une variable aléatoire à valeurs dans F et l’on a

F (x) = (F, k(x, .))F ∀x ∈ X. (3.20)

Réciproquement, soit F une variable aléatoire définie sur (Ω,A,P) à valeurs dans F , alors (3.20)

définit un processus aléatoire sur (Ω,A,P) et (3.19) est vérifiée.

Démonstration. Voir (Lukic et Beder, 2001).

Par la suite, F0 désigne un espace hilbertien à noyau reproduisant k0 et F (x) un processus

aléatoire, du second ordre, de covariance k1. L’espace hilbertien engendré par le noyau k1 est

noté F1. Lorsque les trajectoires de F (x) sont dans F0 avec probabilité un, il existe d’après la

proposition 30 une variable aléatoire F à valeurs dans F0, telle que F (x) = (F, k(x, .))F0 , ∀x ∈ X.

Nous avons vu dans la section 2.3 que si F (x) n’est pas du second ordre alors F ne peut pas être

du second ordre. Supposons que F soit du second ordre et notons K l’opérateur de covariance

associé (voir la section 2.3), tel que

k1(x,y) = (Kk0(x, .), k0(y, .))F0 .

On a alors k0 ≥ k1 et F1 ⊆ F0. Notons que K est un opérateur de domination.

Le résultat suivant permet d’établir la réciproque.

Théorème 18.

– k0 ≥ k1 si et seulement si F est du second ordre.

– k0 � k1 si et seulement si F est du second ordre et il existe une modification de F à valeurs

séparables.
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Démonstration. Voir (Lukic et Beder, 2001).

Nous examinons dans les paragraphes suivants les conditions sous lesquelles un processus aléa-

toire de covariance k1 possède des trajectoires dans un espace à noyau reproduisant k0. Ces condi-

tions ont été explicitées dans (Lukic et Beder, 2001). On trouve toutefois dans (Hajek, 1962 ;

Driscoll, 1973) les prémices de la plupart de ces résultats. Nous pouvons résumer le résultat es-

sentiel sous la forme

P{F (ω, .) ∈ F0} = 0 ou 1 ,

selon la relation de domination entre k0 et k1. Nous rappelons plus précisément ci-dessous les

principales conclusions de Lukic et Beder (2001) (sans démonstration).

Le premier résultat montre que la relation de domination nucléaire garantit l’appartenance des

trajectoires d’un processus aléatoire à un espace à noyau reproduisant.

Théorème 19. Soit F (x), x ∈ X, un processus aléatoire du second ordre, de covariance k1, et soit

k0 le noyau reproduisant d’un espace hilbertien F0 tel que k0 � k1. Si de plus la moyenne m(x) =

E[F (x)] appartient à F0, alors il existe une modification de F dont les trajectoires appartiennent

à F0 avec probabilité un.

Dans le cas général, la condition de domination nucléaire n’est pas nécessaire.

Théorème 20. Soient k0 et k1 les noyaux reproduisants des espaces hilbertiens F0 et F1 tels que

F1 soit un sous-ensemble séparable de F0. Alors il existe un processus aléatoire F (x), x ∈ X, du

second ordre et de covariance k1 avec ses trajectoires dans F0.

Dans le cas des processus gaussiens, la condition de domination nucléaire est cependant néces-

saire (ce résultat est connu depuis assez longtemps, voir par exemple (Hajek, 1962 ; Ibragimov et

Rozanov, 1978)). On a en effet le théorème suivant.

Théorème 21. Soit F (x), x ∈ X, un processus aléatoire gaussien de moyenne m(x) et de co-

variance k1(x,y). Soit F0 un espace hilbertien à noyau reproduisant k0 tel que m(.) ∈ F0. Si les

trajectoires de F (x) appartiennent à F0 avec probabilité un, alors la variable aléatoire F définie

par le processus F (x) est gaussienne et k0 � k1.

3.5.5 Équivalence entre régression régularisée et prédiction linéaire

Nous commencerons par envisager le cas des observations non bruitées, avant de voir les consé-

quences de la prise en compte d’un bruit de mesure.

Observations non bruitées

Si la capacité d’approximation du modèle est suffisante, on peut toujours imposer les conditions

f̂(xi) = fobs
xi

, ∀i = 1, . . . , n .

(Ceci est pertinent si les observations ne sont pas entachées par des erreurs de mesure.) Considé-

rons alors le problème de régression sous contraintes, régularisé par une norme d’espace à noyau
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reproduisant k :

minimiser ‖f‖2
F , f ∈ F (3.21)

sous les contraintes f(xi) = fobs
xi

, ∀i = 1, . . . , n . (3.22)

Proposition 31. Soient f̂ la solution du problème (3.21)–(3.22) et F (x) un processus aléatoire

du second ordre, de moyenne nulle et de covariance k. Alors ∀x ∈ X, f̂(x) = F̂ (ω0,x), où F̂ (x)

est le prédicteur par krigeage de F (x) à partir des variables F (xi), i = 1, . . . n, et ω0 tel que

F (ω0,xi) = fobs
xi

, pour tout i = 1, . . . , n.

La preuve présentée ci-dessous nous semble sensiblement plus simple que les démonstrations

très formelles de Kimeldorf et Wahba (1970a) ou Matheron (1981)5.

Démonstration. Soit f∗ ∈ F (F est l’espace de recherche des solutions) telle que f ∗(xi) = fobs
xi

,

i = 1, . . . , n. Si F est un espace hilbertien à noyau reproduisant, (3.22) peut être exprimée par la

condition d’orthogonalité

(k(xi, .), f − f∗)F = 0 , (3.23)

Si FS est le sous-espace vectoriel de F défini par vect{k(xi, .), i = 1, . . . , n}, (3.23) exprime la

condition

f − f∗ ⊥ FS . (3.24)

Comme on souhaite minimiser ‖f‖F , on a nécessairement f ∈ FS, et donc

f =
n∑

i=1

aik(xi, .) . (3.25)

On reconnâıt le résultat du théorème de représentation, qui vient donc d’être démontré dans le

cas de l’interpolation. D’un point de vue géométrique, il est équivalent de chercher à minimiser

l’erreur ‖f − f∗‖ sous la contrainte f ∈ FS.

Puisque la fonction k(xi, .) s’identifie à la variable aléatoire F (ω,xi) (d’après la section 3.5.1),

l’espace FS s’identifie au sous-espace vectoriel

HS = vect{F (ω,x1), . . . , F (ω,xn)}.

Notons que F̂ (x) =
∑n

i=1 λi,xF (xi), la meilleure prédiction linéaire de F (x), s’identifie à la

projection orthogonale k̂(x, .) de k(x, .) sur FS (et non pas au minimiseur f̂ du problème régularisé

sous contraintes). On établit que la meilleure prédiction linéaire et la régression régularisée sont

équivalentes en remarquant que l’évaluation de f̂ au point x et la valeur estimée F̂ (ω0,x) sachant

F (ω0,xi) = fobs
xi

, ∀i = 1, . . . , n cöıncident. En effet, l’évaluation de f̂ ∈ FS au point x peut s’écrire

f̂(x) = (k(x, .), f̂)F

= (k(x, .) − k̂(x, .), f̂)F + (k̂(x, .), f̂)F

= (k̂(x, .), f̂)F (3.26)

(= (k̂(x, .), f∗)F)

5Il n’existe pas d’autre démonstration à notre connaissance dans la littérature.
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(Remarquons que d’après (3.26), k̂ est le noyau reproduisant de FS.)

Concluons en notant que des variables aléatoires observées F (ω0,xi) ∈ R, i = 1, . . . , n, s’ex-

priment comme

F (ω0,xi) = fobs
xi

= (k(xi, .), f
∗)F = (k(xi, .), f̂)F .

Donc,

F̂ (ω0,x) =

(
n∑

i=1

λ̂i,xk(xi, .), f̂

)

F

= (k̂(x, .), f̂)F = f̂(x) .

En résumé, des considérations géométriques simples permettent de montrer l’équivalence entre

l’interpolation régularisée dans un espace à noyau reproduisant et la prédiction linéaire sans bruit

d’observation.

Observations bruitées

Si les observations sont bruitées, ou si la capacité d’approximation du modèle est limitée,

nous pouvons considérer le problème de régression régularisée suivant avec une fonction de coût

quadratique :

minimiser ‖f‖2
F +

1

C

n∑

i=1

(f(xi) − fobs
xi

)2 , f ∈ F (3.27)

Proposition 32. Soit f̂ la solution du problème (3.27) et soit F (x) un processus aléatoire du

second ordre, de moyenne nulle et de covariance k. Considérons les variables aléatoires

F obs
xi

= F (xi) +Ni , i = 1, . . . , n,

où les Ni sont des variables aléatoires indépendantes, gaussiennes, centrées, de variance σ2
N = C.

Alors ∀x ∈ X, f̂(x) = F̂ (ω0,x), où F̂ (ω,x) est le prédicteur par krigeage de F (x) à partir des

variables F obs
xi

, i = 1, . . . , n, et ω0 est tel que F obs
xi

(ω0) = fobs
xi

, pour tout i = 1, . . . , n.

La démonstration que nous proposons s’avère très similaire à celle du cas non bruité (nous

adaptons la démonstration de Kimeldorf et Wahba (1970a) pour la rendre plus lisible). Introduisons

quelques notations avant de traduire le problème (3.27) sous forme géométrique.

Soit FN = vect{ei(x), i = 1, . . . , n}, l’espace vectoriel de dimension n engendré par les fonctions

ei : X → R définies par ei(x) = C si x = xi et 0 partout ailleurs. Remarquons que tout v ∈ FN
est représenté dans la base (ei) par le vecteur

v =

(
v(x1)

C
, . . . ,

v(xn)

C

)T

.

Munissons FN du produit scalaire

(v, w)FN = C−1
n∑

i=1

v(xi)w(xj) = CvTw.
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D’après la section 3.2.1, kN (x,y) = C−1e(x)Te(y), avec e(x) = (e1(x), . . . , en(x))T, est le noyau

reproduisant de FN . De plus, FN est isomorphe à l’espace de variables aléatoires

HN = vect{Ni, i = 1, . . . , n} ,

avec la correspondance ei ≡ Ni.

Soit F ′ = F ⊕ FN (cette décomposition est unique). Considérons le produit scalaire sur F ′

défini pour f ′, g′ ∈ F ′ par

(f ′, g′)F ′ = (f, g)F + (v, w)FN ,

avec f ′ = f + v, g′ = g + w, où f et g appartiennent à F , et v et w appartiennent à FN . Sous ce

produit scalaire, F et FN sont deux espaces orthogonaux. Définissons également l’espace vectoriel

F ′
S = vect{k(xi, .) + kN (xi, .), i = 1, . . . , n} ⊂ FS + FN ,

qui est de dimension n. Supposons enfin les observations générées par une fonction f ∗′

= f∗+v∗ ∈
F ′, avec f∗ ∈ F et v∗ ∈ FN .

Lemme 1. Sous les hypothèses et avec les notations précédentes, le problème (3.27) est équivalent

au problème suivant

minimiser ‖f ′‖2
F ′ , f ′ ∈ F ′ (3.28)

sous la contrainte f∗′ − f ′ ⊥ F ′
S . (3.29)

Démonstration. Si f ′ = f + v, f ∈ F , v ∈ FN , satisfait (3.29), on a

(f∗ + v∗ − f − v, k(xi, .) + kN (xi, .))F ′ = 0 , ∀i ∈ {1, . . . , n} .

Donc ∀i ∈ {1, . . . , n},

(v, kN (xi, .))F ′ = v(xi)

= (f∗ + v∗ − f, k(xi, .) + kN (xi, .))F ′

= f∗′

(xi) − f(xi) .

Ceci permet d’écrire

‖v‖2
F ′ = ‖v‖2

FN
=

1

C

n∑

i=1

(f∗′

(xi) − f(xi))
2 .

Puisque ‖f ′‖2
F ′ = ‖f‖2

F + ‖v‖2
FN

, la fonction f̂ = f̂ ′ − v̂, où f̂ ′ est solution du problème (3.28)–

(3.29), est bien le minimiseur de (3.27).

Démonstration de la proposition 32. Comme précédemment, on obtient une démonstration immé-

diate du théorème de représentation dans le cas d’une fonction de coût quadratique. En effet, la

solution f̂ ′ du problème (3.28)–(3.29) satisfait nécessairement f̂ ′ = f̂+v̂ ∈ F ′
S et par suite, f̂ ∈ FS .

Soit k̂(x, .) le projeté orthogonal de k(x, .) sur F ′
S , isomorphe à F̂ (x).

f̂(x) = (k(x, .) − k̂(x, .), f̂ + v̂)F ′ − (k(x, .) − k̂(x, .), v̂)F ′ + (k̂(x, .), f̂)F ′

= (k̂(x, .), f̂ + v̂)F ′ − (k(x, .), v̂)F ′

= (k̂(x, .), f̂ ′)F ′ .
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De plus,

F (ω0,xj) +Nj(ω0) = f∗′

(xj) = (k(xj , .) + kN (xj , .), f̂ ′)F ′ ,

implique

F̂ (ω0,x) =

(
n∑

i=1

λi,x(k(xi, .) + kN (xi, .)), f̂ ′

)

F ′

= (k̂(x, .), f̂ ′)F ′ = f̂(x) .

Des considérations géométriques simples permettent donc de traduire le problème d’approxi-

mation avec coût quadratique, régularisée par une norme d’espace à noyau reproduisant, en termes

de prédiction linéaire d’un processus aléatoire. Dans le cadre de la modélisation bôıte noire de sys-

tème, il n’y a donc pas de différence entre ces deux approches. Seul le cadre interprétatif change.

Toutefois, cette interprétation double conduit à différentes méthodes pour le choix du noyau,

comme nous le verrons au chapitre 5. Dans les sections suivantes, nous généralisons l’interpréta-

tion probabiliste lorsque l’on utilise d’autres fonctions coût que la fonction quadratique.

3.6 Fonctions d’attache aux données

3.6.1 Généralités

Le choix d’une fonction de coût est nécessairement lié à la possibilité d’optimiser ensuite le

critère correspondant. Le cas de la fonction coût quadratique est particulièrement simple de ce

point de vue, ce qui la rend intéressante malgré ses défauts de robustesse vis-à-vis des données

aberrantes. La fonction de coût ε–insensible utilisée dans les méthodes à vecteurs de support

(Vapnik, 1995 ; Vapnik et al., 1997 ; Schölkopf et Smola, 2002) est aussi un choix pertinent,

comme nous le verrons dans les sections 3.6.3 et 3.6.4. Dans cette section, le problème du choix

du terme d’attache aux données est discuté en introduisant la notion de risque.

Fonction d’attache aux données et fonction de coût

Une fonction d’attache aux données, notée

c
(
(x1, . . . ,xn), (f

obs
x1

, . . . , fobs
xn

), (f(x1), . . . , f(xn))
)

est une fonction à valeurs dans R+ ∪ +∞ des vecteurs de facteurs xi, des observations fobs
xi

et

des valeurs prédites f(xi) correspondantes. En général, les fonctions retenues ne prennent pas

en compte la dépendance éventuelle entre les observations, si bien que l’on considère en fait des

fonctions d’attache aux données sous la forme

c
(
(x1, . . . ,xn), (f

obs
x1

, . . . , fobs
xn

), (f(x1), . . . , f(xn))
)

=

n∑

j=1

l(xj , f
obs
xj

, f(xj))

La fonction l(x, s, t) : X × R × R → R+ est une fonction de coût, qui doit satisfaire l(x, s, s) =

0, ∀x ∈ X et ∀s ∈ R. On souhaite généralement que le coût d’une prédiction augmente avec

l’écart |fobs
x − f(x)|. Par ailleurs, il est souhaitable que l soit convexe en t pour garantir l’unicité

des solutions du problème régularisé. Une simplification supplémentaire consiste à omettre la

dépendance de l en x, ce qui conduit à considérer la fonction d’attache aux données (3.13).
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Risque en espérance

Dans la théorie de l’apprentissage, voir (Vapnik, 1995 ; Schölkopf et Smola, 2002), il est clas-

sique de relier la fonction d’attache aux données à la notion de risque empirique. Dans ce contexte,

on suppose que les données observées sont des réalisations d’un vecteur aléatoire (X, F obs) ∈ X×R

admettant une loi de probabilité PX,F obs . Étant donné une fonction de coût l, le risque en espérance

d’une fonction f , défini par

R[f ] = E[l(X, F obs, f(X))] =

∫

X,R

l(x, fobs
x , f(x))dPX,F obs(x, fobs

x ) ,

quantifie la qualité de l’approximation.

Risque empirique

Si la probabilité PX,F obs est inconnue, R[f ] n’est pas calculable. PX,F obs peut dans ce cas être

approximée par la mesure de probabilité empirique obtenue à partir des données

Pemp =
1

n

n∑

j=1

δxi(x)δfobs
xi

(fobs
x ) .

Le risque empirique Remp[f ] s’obtient en remplaçant la vraie probabilité des observations par la

probabilité empirique dans le risque en espérance :

Remp[f ] =
1

n

n∑

j=1

l(xi, f
obs
xi

, f(xi)) . (3.30)

Le risque empirique correspond donc à une fonction classique d’attache aux données6. Cependant,

introduire la notion de risque empirique ne fournit aucun critère permettant de choisir la fonction

de coût. Dans les sections suivantes, cette question est abordée en utilisant deux points de vue.

3.6.2 Maximum a posteriori

La loi des observations est ici supposée connue. Plus précisément, on considère un processus

aléatoire F (x), supposé gaussien, de moyenne nulle et de covariance k(x,y), et N1, . . . , Nn, des va-

riables aléatoires à valeurs dans R, indépendantes, admettant une densité de probabilité notée pN .

Les variables aléatoires F obs
xi

= F (xi)+Ni, x1, . . . ,xn ∈ X, modélisent les observations. On définit

les vecteurs aléatoires FS = (F (x1), . . . , F (xn))
T, N = (N1, . . . , Nn)

T, F obs = (F obs
x1

, . . . , F obs
xn

)T.

On souhaite décomposer le problème de prédiction de F (x) en deux sous problèmes distincts.

Le premier problème consiste à prédire le vecteur FS à partir de F obs. De manière équivalente, il

s’agit d’estimer les variables aléatoires Ni. Le second problème consiste à prédire F (x) à partir de

FS . Il s’agit d’un problème d’interpolation que l’on sait bien traiter. Nous nous intéressons donc

au premier problème et choisissons l’approche du maximum a posteriori, qui conduit à calculer

argmax
f

p(f | fobs) = argmax
f

p(fobs | f)p(f)

p(fobs)
= arg max

f
p(fobs | f)p(f) .

6Dans la littérature de la théorie de l’apprentissage, le discours usuel consiste à remarquer que, contrairement au

risque en espérance, le risque empirique n’est pas un critère d’approximation satisfaisant (il peut toujours être annulé

si on considère une classe de fonctions suffisamment large), ce qui justifie l’utilisation d’un terme de régularisation.
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La loi de probabilité du couple de vecteurs aléatoires (F obs,FS) admet la densité

p(fobs,f) =
1

(det 2πK)1/2
exp

(
− 1

2
fTK−1f

) n∏

i=1

pN
(
fobs

xi
− f[i]

)
.

Le logarithme de cette densité s’écrit

log p(f ,fobs) = −n
2

log 2π − n

2
log det K − 1

2
fTK−1f +

n∑

i=1

log pN
(
fobs

xi
− f[i]

)
.

Estimer FS par la méthode du maximum a posteriori conduit par conséquent à minimiser la

quantité

L(f) =
1

2
fTK−1f −

n∑

i=1

log pN
(
fobs

xi
− f[i]

)
. (3.31)

Proposition 33. Soit la fonction de coût

l(s, t) = −2 log pN (t− s) .

Avec ce choix, le problème de régression régularisée qui consiste à minimiser (3.14) est équivalent

au problème suivant, lui-même constitué de deux sous problèmes distincts :

i. Estimer F par la méthode du maximum a posteriori, c’est-à-dire minimiser (3.31) pour

obtenir f̂ .

ii. Chercher f̂ ∈ F telle que ‖f̂‖F soit minimale sous contrainte f̂(xi) = f̂[i] (problème d’in-

terpolation).

Démonstration. Soit F l’espace hilbertien admettant le noyau reproduisant k. Supposons que

f̂ ∈ F minimise (3.14). D’après le théorème du représentant, ∃a1, . . . , an tels que

f̂(x) =

n∑

i=1

aik(xi,x) .

Donc f̂ = (f̂(x1), . . . , f̂(xn))T est tel que f̂ = Ka, avec a = (a1, . . . , an)
T et par suite,

‖f̂‖2
F = aTKa = f̂TK−1f̂ .

Par conséquent, f̂ est solution du problème (i). D’autre part, f̂ est solution du problème (ii)

puisque elle est déterminée de manière unique par f̂ .

Réciproquement, supposons f̂ = (f̂[1], . . . , f̂[n])
T solution du problème (i) et soit f̂ ∈ F la

fonction de norme minimale, vérifiant f̂(xi) = f̂[i], i = 1, . . . , n. Comme ‖f̂‖2
F = f̂TK−1f̂ , on

identifie le premier terme de (3.31) au terme de régularisation de (3.14). Le second terme de (3.31)

correspond au terme d’attache aux données de (3.14), −2
∑n
i=1 log pN (fobs

xi
− f̂(xi)). Donc f̂ est

bien la solution du problème (3.14).

Exemple — Si le bruit d’observation est gaussien, centré et de variance σ2
N , (3.31) s’exprime

sous la forme déjà rencontrée

L(f) =
1

2

(
‖f‖2

F +
1

σ2
N

n∑

i=1

(fobs
xi

− f(xi))
2
)
.
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Dans le cas d’une fonction de coût l(s, t) = ρ(s − t), la proposition 33 montre donc que le

problème (3.14) se ramène à un problème de prédiction d’un processus aléatoire gaussien observé

avec un bruit additif, bruit dont la loi s’exprime en fonction de ρ sous la forme

pN(s) =
1

Z
exp

(
−1

2
ρ(s)

)
, Z ∈ R.

Nous constatons également que le terme d’attache aux données peut être choisi de façon à obtenir

une reconstruction de f∗ optimale au sens du maximum a posteriori, à condition de connâıtre la

loi du bruit d’observation.

En pratique cependant, la loi du bruit d’observation est inconnue. Notons d’ailleurs que nous

avons choisi d’attribuer le rôle de bruit d’observation aux variables Ni, mais que cela est arbi-

traire, dans la mesure où il existe une infinité de modèles possibles pour la sortie du système. Les

variables aléatoires Ni pourraient aussi modéliser une erreur structurelle, commise en choisissant

un processus aléatoire particulier plutôt qu’un autre.

Choisir les variables de bruit avec une loi normale conduit à une solution simple du problème

de régression, comme nous l’avons vu précédemment (d’un point de vue analytique et numérique).

Dans la plupart des cas, nous utiliserons ce type de modèle. Cependant, cette approche présente

l’inconvénient d’être relativement sensible aux erreurs de modélisation du bruit d’observation,

notamment s’il existe des données dites aberrantes. Dans la section suivante, nous rappelons la

notion d’estimation robuste. Nous parlerons ensuite de la méthode de régression à vecteurs de

support.

3.6.3 Estimation robuste

Le coût quadratique est optimal lorsque le modèle du bruit d’observation est gaussien et à

variance connue, comme nous l’avons vu ci-dessus. Il est cependant bien connu que l’estimation

par moindre carrés peut conduire à des résultats insatisfaisants lorsque la loi du bruit s’éloigne

de la normalité (notamment si cette loi possède une densité décroissant lentement loin de la

moyenne). L’une des solutions pour rendre un estimateur robuste à la loi du bruit consiste à

enlever les observations extrêmes (celles qui correspondent par exemple à des valeurs aberrantes)

avant d’effectuer la régression par moindre carrés. Une autre approche consiste à utiliser un coût

moins vulnérable aux réalisations extrêmes du bruit que le coût quadratique. Les M -estimateurs

(estimateurs au sens du maximum de vraisemblance), introduits par Huber (1964), constituent

une famille très classique de méthodes de régression robuste.

Ces estimateurs sont traditionnellement utilisés dans le cas de modèles linéairement paramétrés

fb(x) = bTr(x), où b ∈ Rl est un vecteur de paramètres. Plus précisément, supposons le modèle

générant les données observées de la forme

F obs
xi

= fb∗(xi) +Ni , i = 1, . . . , n ,

où les variables aléatoires Ni, supposées indépendantes et identiquement distribuées, modélisent

le bruit d’observation.

Considérons alors le problème de régression non régularisée suivant : minimiser le risque em-

pirique (3.13) dans la classe de fonctions linéairement paramétrées {fb : x 7→ bTr(x), b ∈ Rl}.
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Notons ei = f
b̂
(xi)−fobs

xi
les résidus du modèle (les différences entre les sorties du modèle et les don-

nées expérimentales). Par définition, un M -estimateur de b∗ minimise le risque empirique (3.13),

où l’on considère une fonction de coût l(s, t) = ρ(s− t), avec la fonction ρ : R → R+ telle que

– ρ(0) = 0,

– ρ(e) = ρ(−e),
– ρ(ei) ≥ ρ(ej) si |ei| ≥ |ej |.

Le risque empirique s’écrit donc explicitement sous la forme

Jfb∗
(fb) =

n∑

i=1

ρ(fb(xi) − fobs
xi

) (3.32)

Notons ψ la dérivée première de ρ. En différenciant (3.32) par rapport à b, et en annulant le

gradient, nous obtenons un système d’équations que nous pouvons écrire sous la forme matricielle

n∑

i=1

ψ(ei)r(xi) = 0 . (3.33)

Afin de comprendre de manière heuristique la notion de robustesse, il est pratique de définir la

fonction poids w(e) = ψ(e)/e. (Cette fonction n’est pas nécessairement bien définie pour tout e,

mais il s’agit d’une présentation informelle.) Le système (3.33) peut alors se réécrire sous la forme

n∑

i=1

w(ei)eir(xi) = 0 .

Résoudre ce dernier système est équivalent à un problème de moindre carrés pondérés (Walter et

Pronzato, 1997), où le critère à minimiser est
∑

(w(ei)ei)
2.

Dans le cas de l’estimateur des moindres carrés, w(e) = 1 pour tout e. Afin de minimiser

l’influence des valeurs extrêmes, l’idée de la régression robuste est de prendre des poids décroissants

lorsque |e| augmente. Notons que l’on peut également voir le problème de régression robuste comme

celui de choisir des fonctions ψ croissant moins vite que la fonction linéaire. La figure 3.3 montre

des fonctions ψ et w correspondant à des fonctions coût classiques. Dans le cas du coût ε-insensible

(voir la section 3.6.4), introduire la fonction poids n’a pas vraiment de sens. (Remarquons que

prendre un coût constant au voisinage de 0 est un choix très singulier.) Cela permet toutefois de

constater la ressemblance de ce coût avec celui de Huber. L’analyse rigoureuse de la robustesse

nécessiterait l’introduction les fonctions d’influence (Huber, 1981) que nous ne présenterons pas

ici7.

La notion d’efficacité d’estimation permet de quantifier la qualité d’un M -estimateur en pré-

sence d’un bruit de loi donnée (pour un bruit gaussien, nous verrons que le coût quadratique est

optimal au sens de l’efficacité d’estimation). Dans les paragraphes suivants, nous nous intéressons

plus spécifiquement au choix du paramètre ε introduit dans les coûts du table 3.6.3. Remarquons

que les M -estimateurs de b∗ ne sont pas invariants par rapport à des changements d’échelle des

résidus (quantifiée par exemple par leur écart type σe). On constate, en regardant par exemple

7Remarque : la solution numérique d’un problème de régression avec poids peut être obtenue par exemple à

l’aide de l’algorithme itératif IRLS (iteratively reweighted least-squares). Dans le cas du coût ε-insensible, la solution

s’obtient par programmation quadratique, et correspond aux méthodes à vecteurs de support, qui seront vues dans

la section 3.6.4.
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Fig. 3.3 – Fonctions coût ρ, dérivée ψ et poids w pour l’estimateur des moindres carrés (première

ligne), de Huber (deuxième ligne), bicarré (troisième ligne) et ε-insensible (dernière ligne). Sur

ces graphes, nous avons choisi ε = 1.345 pour l’estimateur de Huber, ε = 4.685 pour l’estimateur

bicarré et ε = 0.61 pour l’estimateur ε-insensible.
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Estimateur fonction coût fonction poids

Moindres carrés ρ(e) = e2 w(e) = 1

Huber ρ(e) =

{
1
2e

2 pour |e| ≤ ε

ε|e| − 1
2e

2 pour |e| > ε
w(e) =

{
1 pour |e| ≤ ε

ε/|e| pour |e| > ε

Bicarré ρ(e) =





ε2

6

{
1 −

[
1 −

(
e
ε

)2]3
}
, |e| ≤ ε

ε2

6 , |e| > ε

w(e) =





[
1 −

(
e
ε

)2]2
, |e| ≤ ε

0, |e| > ε

ε-insensible ρ(e) =

{
0 pour |e| ≤ ε

|e| − ε pour |e| > ε
w(e) =

{
+∞ pour |e| ≤ ε

1
|e|−ε pour |e| > ε

Tab. 3.1 – Fonctions coût et poids correspondant aux estimateurs des moindres carrés, de Huber,

bicarrés et ε-insensible.

le coût de Huber, que prendre ε petit rend l’estimateur moins vulnérable aux valeurs extrêmes.

Toutefois, l’estimateur devient alors moins performant au sens de l’efficacité, dont nous rappelons

la définition ci-dessous.

Notons b̂ un estimateur non biaisé de b∗. L’inégalité de Cramér-Rao fournit une borne inférieure

de la matrice de covariance B
b̂

du vecteur aléatoire b̂, égale à l’inverse de la matrice d’information

de Fisher Ib∗ d’éléments

Ib∗,[i,j] = Ep(fobs|b∗)

[
∂b∗

[i]
log p(F obs | b∗) · ∂b∗

[j]
log p(F obs | b∗)

]
.

(Le rôle de l’information de Fisher sera revu plus en détails dans la section 5.4.3.) On définit

l’efficacité par e = 1/(det Ib∗B
b̂
). On dit qu’un estimateur est efficace s’il atteint la borne de

Cramér-Rao (e = 1).

Proposition 34. Pour un estimateur du type

b̂ = argmin
b
c(F obs,fb) ,

où c est une fonction d’attache aux données deux fois différentiable par rapport b, on a asympto-

tiquement B
b̂

= Q−1GQ−1, avec Q = (qi,j)
l
i,j=1, G = (gi,j)

l
i,j=1, et

gi,j = Covp(fobs|b∗)[∂b[i]c(F
obs,fb∗), ∂b[j]c(F

obs,fb∗)]

qi,j = Ep(fobs|b∗)[∂
2
b[i],b[j]

c(F obs,fb∗)].

Démonstration. Voir par exemple Murata et al. (1994), lemme 3.

D’après la proposition précédente e = (det Q)2/(det Ib∗G). L’estimateur du maximum de

vraisemblance b̂ = argminb log p(F obs | b) est asymptotiquement efficace8 (dans ce cas en effet,

Ib∗ = G = −Q).

La notion d’efficacité rappelée ci-dessus permet d’établir un critère de choix du paramètre

d’échelle ε des M -estimateurs précédents. Généralement, on ajuste ε en fonction de l’écart type

σN du bruit d’observation de manière à obtenir une efficacité (asymptotique) relativement élevée

lorsque le bruit d’observation possède une loi gaussienne N (0, σ2
N ).

8Attention aux conditions supplémentaires à vérifier pour que l’estimateur du maximum de vraisemblance soit

asymptotiquement efficace (Monfort, 1997).
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Proposition 35. La matrice de covariance B
b̂

d’un M -estimateur est asymptotiquement égale à

E[ψ(N)2]

E[ψ′(N)]2
K−1 ,

où N est une variable aléatoire de bruit d’observation9 et K =
∑n

i=1 r(xi)r(xi)
T.

Démonstration. Calculons la matrice G correspondant à la fonction d’attache aux données

c(F obs,fb) =

n∑

i=1

ρ(fb(xi) − F obs
xi

).

On a

∂bc(F
obs,fb∗) =

n∑

i=1

ψ(fb∗(xi) − F obs
xi

)r(xi)

= −
n∑

i=1

ψ(Ni)r(xi) .

De plus, E[ψ(Ni)] = 0, i = 1, 2 . . ., car ψ est impaire et les variables Ni sont de moyenne nulle et

ont des densités paires. Par conséquent,

G = E



(∑

i

ψ(Ni)r(xi)

)
∑

j

ψ(Nj)r(xj)
T






=
∑

i

E[ψ(Ni)
2]r(xi)r(xi)

T

= E[ψ(N)2]K ,

avec K =
∑n
i=1 r(xi)r(xi)

T. En utilisant

∂2
b,bc(F

obs,fb∗) =
∑

i,j

ψ′(Ni)r(xi)r(xi)
T ,

nous obtenons Q = E[ψ′(N)]K.

D’après les éléments de la preuve précédente, la matrice d’information de Fisher correspon-

dant à un bruit d’observation gaussien de variance σ2
N est σ−2

N K. Par conséquent, l’efficacité

asymptotique d’un M -estimateur pour un bruit d’observation gaussien est

E[ψ′(N)]2

E[ψ(N)2]
σ2
N .

Par exemple, pour l’estimateur de Huber, ε = 1.345σN conduit à une efficacité de 0.95 lorsque

le bruit d’observation est gaussien, en offrant de plus une protection contre les valeurs observées

extrêmes. Pour l’estimateur bicarré, la même efficacité est obtenue lorsque ε = 4.685σN . Détaillons

le calcul pour le coût ε-insensible (Smola et al., 1998). On a

E[ψ(N)2] = 2

∫ ∞

ε

pN(s)ds = 1 − erf

(
ε√
2σ2

N

)
,

9Rappelons que le bruit d’observation correspond à des variables aléatoires Ni indépendantes, de loi symétrique

et de variance finie.
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et

E[ψ′(N)] = 2pN (ε) =

√
2

πσ2
N

exp

(
− ε

2σ2
N

)
.

Par conséquent,

e =
2

π
exp

(
− ε2

σ2
N

)(
1 − erf

(
ε√
2σ2

N

))−1

.

Nous constatons que l’efficacité de l’estimateur ε-insensible pour un bruit gaussien est une

fonction du rapport ε/σN . L’efficacité atteint un maximum d’environ 0.81 pour ε ≈ 0.61σN (voir

la figure 3.4). On constate que l’estimateur ε-insensible possède une efficacité supérieure à celle

d’un estimateur L1 (d’efficacité 0.63). Il y a donc avantage à utiliser un estimateur ε-insensible au

lieu de d’un estimateur L1. Cependant, l’estimation correcte de la variance du bruit d’observation

est essentielle car l’efficacité de l’estimateur ε-insensible chute significativement si ε est choisi trop

grand.
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Fig. 3.4 – Efficacité de l’estimateur ε-insensible pour un bruit gaussien en fonction logarithmique

du rapport entre le paramètre ε et l’écart-type du bruit

Notons cependant que la présentation effectuée ci-dessus s’applique seulement à l’estimation

non régularisée des paramètres d’un modèle linéaire. Nous n’avons pas cherché à étendre les conclu-

sions sur la robustesse des M -estimateurs au cas général de la régression régularisée.
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3.6.4 Application à la régression à vecteurs de support

Méthodes à vecteurs de support

Les méthodes à vecteurs de supports, support vector machines (SVM) en anglais, ont été intro-

duites par Vapnik dans le cadre de la classification, (Vapnik, 1995). Dans le cas de deux classes (ou

catégories) linéairement séparables, une procédure de classification consiste à trouver un hyper-

plan tel que les données avec des étiquettes différentes soient de part et d’autre de cet hyperplan

(voir la section 3.2.3). L’idée naturelle de Vapnik est de trouver l’hyperplan séparateur Ĥ de telle

sorte que la distance d entre les données et l’hyperplan soit maximale. Chercher Ĥ maximisant

d est un problème variationnel admettant une solution simple. Parmi tous les hyperplans sépara-

teurs parallèles à Ĥ , il existe nécessairement deux hyperplans, appelés marges, portant au moins

une donnée. Les données portées par ces marges s’appellent vecteurs de support. L’un des aspects

rendant les SVM populaires est que les vecteurs de support constituent en quelque sorte une repré-

sentation creuse des données (sparse representation) puisque le problème de classification linéaire

ne nécessite que la connaissance de ces vecteurs de support.

La méthode SVM développée pour la classification a donné naissance à une méthode similaire

dans le cas de la régression. La régression à vecteurs de support, support vector regression (SVR)

en anglais, introduite par Vapnik et al. (1997) et Smola (1998), possède ainsi une propriété de

représentation creuse des données. Toutefois, son intérêt principal est sans doute qu’il s’agit d’une

méthode de régression robuste (au sens de la section 3.6.3) pour laquelle il existe des mises en

œuvre efficaces. Les méthodes à vecteurs de support sont très bien comprises aujourd’hui et ont été

traitées de manière extensive dans la littérature (voir par exemple (Schölkopf et Smola, 2002) et les

nombreux articles consacrés au sujet). Les paragraphes suivants sont consacrés à une présentation

plus détaillée de la méthode.

Formulation de la SVR

Soit F un espace à noyau reproduisant k. Une SVR construit une fonction f̂ sous la forme

f : Rd → R

x 7→ (f0, k(x, .))F + b
(3.34)

minimisant le critère régularisé

1

2
‖f0‖2

F + C

n∑

i=1

[fobs
xi

− f(xi)]ε . (3.35)

Dans ces équations, b est un terme de biais facultatif et C ∈ R+∗ permet d’ajuster le compromis

entre régularisation et attache aux données. Remarquons que f0 ∈ F s’identifie à f en l’absence

de b. L’originalité d’une SVR tient au choix du terme d’attache aux données, formé à partir de la

fonction coût [·]ε définie par

[s]ε = max(0, |s− ε|) ,

appelée fonction de coût ε-insensible de Vapnik. La fonction de coût [·]ε, qu’on peut voir comme

une variante d’une fonction de coût L1 ou de la fonction de coût de Huber, offre deux avantages.

D’une part, la minimisation de (3.35) s’effectue facilement d’un point de vue numérique et d’autre
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part, l’approximation à vecteurs de support est robuste vis-à-vis des données aberrantes, comme

nous l’avons vu plus haut.

Solution numérique

En introduisant des variables auxiliaires ξi, ξ
∗
i , on peut reformuler (3.35) sous la forme

minimiser
1

2
‖f0‖2

F + C

n∑

i=1

(ξi + ξ∗i )

sous les contraintes





fobs
xi

− (f0, k(xi, .))F − b ≤ ε+ ξi
(f0, k(xi, .))F + b− fobs

xi
≤ ε+ ξ∗i

ξi, ξ
∗
i ≥ 0

Le lagrangien de ce problème peut s’écrire

L(f0, b, ξi, ξ
∗
i , αi, α

∗
i , ηi, η

∗
i ) =

1

2
‖f0‖2

F + C
n∑

i=1

(ξi + ξ∗i )

−
n∑

i=1

αi(ε+ ξi − fobs
xi

+ (f0, k(xi, .))F + b)

−
n∑

i=1

α∗
i (ε+ ξ∗i + fobs

xi
− (f0, k(xi, .))F − b)

−
n∑

i=1

(ηiξi + η∗i ξ
∗
i ) ,

avec αi, α
∗
i , ηi, η

∗
i ≥ 0, ∀i ∈ {1, . . . , n}. En utilisant le théorème de représentation, qui montre que

f̂0 se met sous la forme

f̂0(x) =

n∑

i=1

âik(xi,x) ,

et le fait que les dérivées partielles de L par rapport aux variables ai, b, ξ et ξ∗ s’annulent à

l’optimum, on trouve que f̂ se réécrit sous la forme

f̂(x) =
n∑

i=1

(α̂i − α̂∗
i )k(xi,x) + b̂ ,

où les α̂i et α̂∗
i , sont solutions du problème d’optimisation quadratique

maximiser − ε

n∑

i=1

(αi + α∗
i ) +

n∑

i=1

fobs
xi

(αi − α∗
i ) −

1

2

n∑

i,j=1

(αi − α∗
i )(αj − α∗

j )k(xi,xj)

sous les contraintes





n∑

i=1

(αi − α∗
i ) = 0 ,

0 ≤ α∗
i , αi ≤ C, i = 1, . . . , n.

Une caractéristique importante de la solution de ce problème d’optimisation est que les (α̂i −
α̂∗
i ) sont nuls pour certains i. Les données pour lesquelles les (α̂i − α̂∗

i ) diffèrent de zéro sont
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appelées les vecteurs de support, par référence au cas de la classification. Pour expliquer cette

propriété plus précisément, on écrit les conditions de Karush–Kuhn–Tucker (KKT) qui indiquent

que pour la solution optimale, les produits entre les variables duales et les contraintes s’annulent.

Par conséquent,

α̂i(ε+ ξ̂i − fobs
xi

+ f̂(xi)) = 0,

α̂∗
i (ε+ ξ̂i + fobs

xi
− f̂(xi)) = 0 .

Seuls les indices i correspondant aux données pour lesquelles |f̂(xi)− fobs
xi

| ≥ ε sont tels que les ξ̂i
ou ξ̂∗i diffèrent de zéro. Les données qui sont à l’intérieur d’un tube de largeur ε autour de f̂(x),

sont donc telles que α̂i = α̂∗
i = 0.

3.6.5 SVR multi-sorties

Cette section montre une application de l’utilisation d’une fonction de covariance comme noyau

reproduisant. Nous présentons une extension de la régression à vecteurs de support pour traiter

le cas de systèmes à plusieurs sorties. L’approche traditionnelle qui consiste à prédire indépen-

damment chaque sortie du système est sous-optimale si les sorties sont corrélées entre elles, ou

autrement dit, si les données observées sur une sortie d’un système sont susceptibles de contenir de

l’information sur d’autres sorties de ce système. Dans la section 2.5.2, le passage de la prédiction

linéaire dans le cas d’un seul processus aléatoire à celui de plusieurs processus a été effectué très

simplement en introduisant les covariances et inter-covariances des processus. L’utilisation de ces

covariances sous la forme

k[(α,x), (β,y)] ,

où α et β, considérés comme des facteurs supplémentaires, servent à indicer la sortie du sys-

tème, permet de se ramener formellement au cas d’un seul processus aléatoire. Si l’on choisit

k[(α,x), (β,y)] comme noyau reproduisant de F , il devient trivial d’utiliser la régression à vecteur

de support pour modéliser plusieurs sorties corrélées.

Biais identiques sur chaque sortie

S’il est possible de considérer que le terme de biais b est identique, pour chaque sortie du

système, alors une SVR multi-sortie s’obtient en cherchant une fonction sous la forme

f : {1, . . . , q} × Rd → R

α,x 7→ (f0, k([α,x], [·, ·]))F + b

minimisant le critère
1

2
‖f0‖2

F + C
∑

i,α

[fobs
α,xi

− f(α,xi)]ε (3.36)

Notons que

f0 =
∑

β,i

aβ,ik([β,xi], [·, ·])
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et que le produit scalaire dans (3.36) s’écrit

(f0, k([α,x], [·, ·]))F =
∑

β,i

aβ,ik([β,xi], [α,x]) .

En résumé, le seul changement à effectuer dans le cas d’une SVR multi-sortie et d’ajouter un

paramètre α pour sélectionner la sortie du modèle f̂ . Cette formulation ne nécessite aucune mo-

dification des algorithmes d’optimisation quadratique utilisés habituellement pour les machines à

vecteurs de support. La difficulté principale consiste à choisir un noyau k([α,x], [β,y]), c’est-à-dire

à déterminer les covariances et inter-covariances des processus aléatoires modélisant le système.

Remarquons que l’on peut prédire également très facilement le résultat de toute transformation

linéaire sur les sorties. Par exemple,

f(1,x)− f(2,x) = (f0, k([1,x], [·, ·]) − k([2,x], [·, ·]))F .

Biais différents sur chaque sortie

Pour traiter des moyennes inconnues et éventuellement différentes sur chaque sortie, il de-

vient nécessaire de considérer des formulations semi-paramétriques des SVR (Smola et al., 1999).

Nous reviendrons plus généralement sur les formulations semi-paramétriques dans le chapitre 4.

Notons qu’une SVR qui comporte un biais b peut déjà être considéré comme une formulation

semi-paramétrique. Nous n’expliquerons pas la façon dont on calcule les paramètres d’une SVR

semi-paramétrique. L’approche de Smola et al. (1999) utilise les conditions KKT . Pour simplifier

la présentation, commençons par le cas où les différentes moyennes sont supposées ne pas être

corrélées entre elles. Alors, la SVR est étendue en considérant des termes paramétriques dans f

sous la forme

f : {1, . . . , q} × Rd → R

α,x 7→ (f0, k([α,x], [·, ·]))F +
∑
β bβδβ(α)

où δβ(α) vaut un si β = α et zéro sinon.

Si les moyennes sont corrélées, la formulation précédente peut encore être utilisée. Dans la

plupart des cas en effet, on dispose de suffisamment de données pour permettre une estimation

indépendante des moyennes de chaque sortie du système. Il serait en principe possible de prendre

en compte explicitement ces corrélations au prix d’une complication (peu justifiée) de la mise en

œuvre.

Pour finir, il arrive fréquemment que dans un système à plusieurs sorties le bruit d’observation

soit différent sur chaque sortie. Pour tenir compte de cette caractéristique, la solution consiste à

envisager des termes d’attaches aux données différents pour chaque sortie dans le critère (3.36).

Plus précisément, nous suggérons d’utiliser un terme d’attache aux données sous la forme

∑

i,α

Cα[fobs
α,xi

− f(α,xi)]εα .

Cette solution peut notamment être utilisée pour la prédiction robuste de dérivées par SVR (Vaz-

quez et Walter, 2003b).
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3.7 Conclusions

Ce chapitre a exposé la théorie des espaces hilbertiens à noyaux reproduisant en partant d’élé-

ments classiques et en allant jusqu’à ses développements récents comme par exemple la représenta-

tion des noyaux dans des frames. Nous avons été conduit à réécrire les démonstrations de certains

résultats afin de les présenter dans un cadre unifié et facilement accessible.

Ce chapitre a également effectué une synthèse sur l’équivalence entre prédiction linéaire de

processus aléatoires et régression régularisée par noyaux reproduisants. En résumé, ces deux points

de vue sont des interprétations différentes et complémentaires de la même méthode. Par exemple,

le point de vue aléatoire permet de comprendre comment formuler le problème de régression

régularisée pour l’approximation de fonctions à valeurs vectorielles pour modéliser des systèmes à

plusieurs sorties corrélées (Vazquez et Walter, 2003b). Nous avons également rappelé l’intérêt de la

régression à vecteurs de support dans le cadre de l’estimation robuste. Le point de vue fonctionnel

nous permet de mieux comprendre le problème de la régularisation et son importance. Nous avons

rappelé des résultats sur les processus aléatoires à trajectoires dans des espaces hilbertiens à noyau

reproduisant. Nous espérons avoir ainsi écrit un document de travail utile pour de futurs travaux.

Au chapitre suivant, nous introduirons la notion d’espace hilbertien à noyau conditionnellement

positif et sa relation avec les processus aléatoires intrinsèques.



Chapitre 4

Processus aléatoires intrinsèques

Résumé — Ce chapitre présente quelques aspects essentiels de la théorie des fonctions

aléatoires intrinsèques et du krigeage intrinsèque (Matheron, 1971a, 1973). L’objectif est d’effectuer

des prédictions linéaires lorsque la moyenne d’un processus aléatoire est inconnue. Les moyennes

considérées sont des fonctions linéairement paramétrées. Nous verrons également comment utiliser

le krigeage intrinsèque pour prendre en compte dans des modèles bôıte noire certaines formes

d’a priori sur les systèmes. Dans la méthode ainsi suggérée, l’erreur de prédiction est en un sens

orthogonale à l’a priori que l’on souhaite introduire. Cette méthode permet donc de passer très

facilement de la notion de modèle bôıte noire à celle de modèle bôıte grise.

4.1 Objectifs

Ce chapitre concerne la modélisation de systèmes dont la sortie tend à évoluer autour d’une

valeur constante ou même, plus généralement, autour d’une fonction sur X. Il s’agit donc de modé-

liser la sortie du système en distinguant deux effets. L’un constitue une tendance et modélise des

variations lentes de la sortie ; l’autre modélise les variations locales, plus rapides. Cette question,

qui correspond au problème du choix de modèle, est laissée à l’appréciation de l’utilisateur. Nous

verrons par la suite qu’elle est aussi liée aux connaissances disponibles a priori sur le système. L’ap-

proche retenue consiste à modéliser le système par un processus aléatoire à moyenne inconnue.

Cette moyenne peut par exemple être une constante ou une fonction polynomiale des facteurs.

En géostatistique, le krigeage dit universel est le point de vue souvent utilisé pour construire

un prédicteur linéaire dans le cas d’un processus aléatoire de moyenne inconnue. Le krigeage uni-

versel obéit au principe de meilleure prédiction linéaire non biaisée, best linear unbiased prediction

(BLUP) en anglais. Comme le montre la proposition suivante, le caractère non biaisé du meilleur

prédicteur linéaire s’obtient en ajoutant une contrainte sur les coefficients de la combinaison li-

néaire qui le constitue.

Proposition 36. Soit F (x), x ∈ X, un processus aléatoire du second ordre de moyenne b et de
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covariance k(x,y). Le meilleur prédicteur linéaire non biaisé de F (x) s’écrit sous la forme

F̂ (x) =

n∑

i=1

λ̂i,xF (xi) ,

où les λi,x sont les solutions du système d’équations linéaires

(
K 1

1 0

)(
λ̂x

µ

)
=

(
kx

1

)
, (4.1)

avec les notations usuelles (de la section 2.5.1) et µ ∈ R, un coefficient de Lagrange.

Démonstration. Considérons un prédicteur affine F̂ (x) de F (x) à partir des variables aléatoires

F (x1), . . . , F (xn) sous la forme

F̂ (x) =

n∑

i=1

λi,xF (xi) + λ0,x .

La moyenne quadratique de l’erreur de prédiction s’écrit dans ce cas

E[(F (x) − F̂ (x))2] = Var[F (x) − F̂ (x)] +

[
b

(
1 −

n∑

i=1

λi,x

)
− λ0,x

]2
(4.2)

La moyenne b étant inconnue, la seule façon de minimiser cette erreur est d’annuler la contribution

de b en imposant la condition
n∑

i=1

λi,x = 1 , (4.3)

et par suite, λ0,x = 0 puisque λ0,x n’apparâıt que dans le terme de biais. Dans ce cas, E[F (x) −
F̂ (x)] = 0 et F̂ (x) est un prédicteur non biaisé. La minimisation de (4.2) sous la contrainte (4.3)

s’effectue par la méthode du lagrangien et conduit à résoudre le système (4.1).

Remarque 1. On peut aisément généraliser le principe BLUP à des moyennes non constantes.

Remarque 2. La procédure qui consisterait à estimer la moyenne dans une première étape, puis

à ajuster un modèle par krigeage aux résidus est à éviter. Pour illustrer cette affirmation, supposons

que l’on observe sans bruit des données sur le domaine X = [0, 1], telles que f obs
xi

= b1xi + b0,

∀i = 1, . . . , n, avec b1, b0 ∈ R. Dans ce cas très simple, on constate qu’estimer une droite de

régression b̂1x+ b̂0 par moindres carrés n’est pas du tout équivalent au fait d’estimer la moyenne

des données b̌0 puis de déterminer une droite de régression b̌1x ajustée aux résidus fobs
xi

− b̌0. Il

est donc très important de ne pas traiter les termes paramétriques séparément. Plus précisément,

il est possible de montrer que la méthode des résidus ne se justifie que dans le cas où les termes

paramétriques sont orthogonaux.

Le krigeage intrinsèque étend et formalise le principe de prédiction par krigeage universel, et

par la suite nous utiliserons essentiellement ce point de vue. Le krigeage intrinsèque permet de

traiter le cas de processus aléatoires à moyenne inconnue pouvant être exprimée sous forme d’une

fonction linéairement paramétrée (dans le cas présenté ci-dessus, le terme paramétrique est une
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constante). Le point de départ de la théorie du krigeage intrinsèque est de traduire (4.3) en terme

de relation d’orthogonalité. En effet, (4.3) implique la propriété

E[(F (x) − F̂ (x))1] = (F (x) − F̂ (x),
�
Ω)L2(Ω,A,P) = 0 .

Le principe fondamental est donc le suivant : on impose que l’erreur de prédiction soit minimale au

sens quadratique, tout en requérant qu’elle soit orthogonale en un certain sens à l’espace engendré

par les termes paramétriques constituant la moyenne du processus. La condition d’orthogonalité

est justifiée par le principe de meilleure approximation, au sens où il n’est pas possible d’améliorer

l’erreur de prédiction en ajoutant au prédicteur toute combinaison linéaire de termes paramé-

triques. Dans la section 4.6.1, nous utiliserons ce principe pour montrer que l’on peut introduire

de l’information a priori dans un modèle bôıte noire de manière élégante. Notons enfin qu’un autre

intérêt de la théorie des fonctions aléatoires intrinsèques est d’introduire la notion de covariances

généralisées et qu’il est ainsi possible d’enrichir la classe des modèles considérés.

4.2 Définitions et construction des fonctions aléatoires in-

trinsèques

4.2.1 Processus généralisés, covariances généralisées

On souhaite modéliser un système dont la sortie évolue autour d’une fonction inconnue m(x)

pouvant s’écrire sous une forme linéairement paramétrée m(x) = bTr(x), où b et r(x) appar-

tiennent à Rl. Pour ce faire, on considère un processus aléatoire du second ordre F (x) de moyenne

m(x) inconnue. F (x) admet donc la décomposition

F (x) = F0(x) + bTr(x)

où F0(x) est un processus aléatoire du second ordre, de moyenne nulle. Une approche naturelle

pour modéliser l’incertitude sur le vecteur des paramètres b serait de considérer b comme la

réalisation d’un vecteur aléatoire B(ω). Cette démarche nécessiterait toutefois d’introduire des

hypothèses supplémentaires pour spécifier la loi de B. Ce n’est pas la voie retenue par la suite.

L’objectif poursuivi est d’éviter d’introduire des hypothèses sur b à l’aide d’un modèle du système

ne faisant pas « apparâıtre » m(x). Plus précisément, l’idée des processus aléatoires intrinsèques

est de trouver des transformations simples de F (x) qui filtrent m(x). Nous verrons que pour

des moyennes polynomiales ces transformations sont des accroissements, ou des accroissements

généralisés, et qu’il est possible de calculer les moments du second ordre de ces accroissements

à l’aide de fonctions de covariance généralisée. En quelque sorte, il s’agit d’obtenir un nouveau

modèle du système. Commençons par introduire une notion de processus généralisé.

Soient l’espace vectoriel de fonctions

N =
{
bTr(x), b ∈ Rl

}
, dimN = l

et le sous-espace vectoriel Λ̃N⊥ ⊂ Λ̃ des mesures à support fini qui s’annulent sur N , c’est-à-dire

l’espace des mesures λ ∈ Λ̃ telles que

〈λ, f〉 =

n∑

i=1

λif(xi) = 0 , ∀f ∈ N .
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(Par la suite, nous utiliserons la notation 〈λ, f〉 =
∫

X
fdλ)

Définition 30. Une fonction k : X × X → R, symétrique, est conditionnellement positive par

rapport à N si pour toute mesure λ ∈ Λ̃N⊥ , la valeur de la forme quadratique k(λ, λ) est positive,

où k(λ, µ), λ, µ ∈ Λ̃N⊥ , est définie par

k(λ, µ) =

n,m∑

i,j=1

λiµjk(xi,yj) .

Si de plus k(λ, λ) = 0 implique λ = 0, pour tout λ ∈ Λ̃N⊥ , k(x,y) est dite conditionnellement

définie positive.

Soit une application linéaire FG(λ), définie sur Λ̃N⊥ , à valeurs dans un espace de variables

aléatoires du second ordre L2(Ω,A,P). Pour tout λ, nous supposons également que FG(λ) est de

moyenne nulle et que la covariance Cov[FG(λ), FG(µ)] = k(λ, µ) est déterminée par une fonction

conditionnellement définie positive k(x,y). Ainsi, l’application FG(λ) est un processus aléatoire

généralisé, non plus défini sur l’espace des facteurs X, mais sur un espace de mesures. La fonction

k(x,y) s’appelle dans ce cas une covariance généralisée. Soit H̃N⊥ le sous-espace vectoriel de

L2(Ω,A,P) généré par les éléments FG(λ), λ ∈ Λ̃N⊥ . Les éléments de H̃N⊥ sont de moyenne

nulle. Par conséquent, le produit scalaire L2(Ω,A,P) sur H̃N⊥ s’exprime en fonction de k(x,y)

sous la forme

(FG(λ), FG(µ))H̃
N⊥

= k(λ, µ) =
∑

i,j

λiµjk(xi,yj) ,

où λ =
∑
i λiδxi et µ =

∑
j µjδyj appartiennent à Λ̃N⊥ . Remarquons que la covariance généra-

lisée k(x,y) sert à calculer le produit scalaire, comme la fonction de covariance dans le cas des

processus à moyenne nulle. Munissons Λ̃N⊥ du produit scalaire k(λ, µ) et considérons les complé-

tés HN⊥ et ΛN⊥ de H̃N⊥ et Λ̃N⊥ respectivement. Les espaces ainsi construits sont isomorphes.

FG(λ) se prolonge par continuité sur ΛN⊥ . Par la suite, le processus aléatoire généralisé FG(λ) est

utilisé comme modèle du système. Des hypothèses simplificatrices sont introduites dans la section

suivante.

Remarque. Si, pour tout λ ∈ ΛN⊥ , les variables aléatoires FG(λ) sont gaussiennes, toute com-

binaison linéaire de telles variables aléatoires est gaussienne. Dans ce cas, FG(λ) est un processus

aléatoire généralisé gaussien.

4.2.2 Fonctions aléatoires intrinsèques

L’objectif suivant est d’introduire des propriétés de stationnarité sur les processus aléatoires

généralisés pour obtenir la notion de fonctions (ou processus) aléatoires intrinsèques. Les fonctions

aléatoires intrinsèques, caractérisées essentiellement par une covariance généralisée stationnaire,

constituent des modèles de systèmes simples. L’hypothèse de stationnarité permet de plus l’infé-

rence des paramètres de la covariance à partir des données (voir le chapitre 5). Soit τh : Λ̃N⊥ → Λ̃,

l’opérateur linéaire de translation tel que pour λ =
∑
i λiδxi ∈ Λ̃N⊥ , τhλ =

∑
i λiδxi+h. Λ̃N⊥

est supposé stable par translation. Cette hypothèse implique que N doit lui-même être un espace

stable par translation. Par la suite, nous supposerons en outre que la covariance généralisée k(x,y)

est invariante par translations. Alors τh est continu et se prolonge de manière unique sur ΛN⊥ .
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Définition 31. Soit FG(λ), un processus aléatoire généralisé défini sur ΛN⊥ , de moyenne nulle et

de covariance généralisée k(x,y). Si k(x,y) est invariante par translation, le processus aléatoire

h 7→ F (τhλ), λ ∈ ΛN⊥ , est stationnaire au second ordre. Dans ce cas, on dit que FG(λ), λ ∈ ΛN⊥ ,

est un processus aléatoire intrinsèque, ou intrinsic random function (IRF) en anglais.

N est de dimension finie. La condition de stabilité par le groupe des translations implique alors

que N est un espace vectoriel de fonctions de type exponentielle–polynôme (Matheron, 1971a). Un

tel espace est généré par une famille de fonctions de la forme xle(a,x), où a est réel ou complexe,

l représente le multi-indice (l1, . . . , ld) et xl = xl1[1] · · ·x
ld
[d]. (Pour un multi-indice l, on notera

également |l| = l1+· · ·+lq.) Afin de garantir la stabilité des fonctions de N par combinaison linaire

et par translation, les monômes xl doivent former une base polynomiale complète. Dans la théorie

classique des processus aléatoires intrinsèques, on se restreint au cas où N est un espace vectoriel

de polynômes de degré inférieur ou égal à l. On prend donc Nl = vect{xl, ∀l tels que |l| ≤ l}.
Posons alors Λ̃l = Λ̃N⊥

l
et notons Λl le complété de Λ̃l pour le produit scalaire k(λ, µ). Nous dirons

qu’une IRF FG(λ) définie sur Λl est une IRF d’ordre l, ou simplement une IRF(l).

Proposition 37. Une fonction aléatoire intrinsèque d’ordre l est encore une fonction aléatoire

intrinsèque d’ordre l + 1.

Démonstration. Les espaces Λl sont embôıtés :

Λl+1 ⊂ Λl .

Toute fonction aléatoire intrinsèque FG(λ) sur Λl sera également stationnaire sur Λl+1.

Une remarque importante est que les mesures de Λl sont des opérateurs de différences finies

(accroissements ou accroissements généralisés). Pour l = 0, la condition pour qu’une mesure λ =∑n
i=1 λiδxi soit dans Λ0 est que

∑n
i=1 λi = 0. Donc λ =

∑n
i=1 λi(δxi − δx1) et par conséquent, λ

est une combinaison linéaire de mesures d’accroissements, ou d’opérateurs de différences finies du

type δxi −δx1 . Pour l > 0, on obtient naturellement des accroissements généralisés, correspondant

à des opérateurs de différences finies d’ordre supérieur. Comme en dimension d l’espace vectoriel

des polynômes de degré inférieur à l est de dimension
(
d+l
l

)
, le nombre de points nécessaires pour

spécifier une mesure de Λl grandit rapidement avec la dimension de l’espace des facteurs.

4.2.3 Représentants des IRF

Une fonction aléatoire généralisée peut être vue comme une classe d’équivalence de processus

aléatoires à moyenne dans N . Si F (x), x ∈ X, est un processus aléatoire du second ordre, à

moyenne dans N et de fonction de covariance k(x,y), il peut être étendu sur Λ̃N⊥ en considérant

l’application linéaire

F : Λ̃N⊥ → H
λ =

∑n
i=1 λiδxi 7→ F (λ) =

∑n
i=1 λiF (xi) ,

où H est l’espace hilbertien généré par F (x), x ∈ X. Comme F (x) est à moyenne dans N , F (λ), λ ∈
ΛN⊥ , est de moyenne nulle puisque λ filtre, ou annule, toute fonction de N . Si k(x,y) est définie

positive, alors la forme bilinéaire (λ, µ)Λ̃
N⊥

= (F (λ), F (µ))H est un produit scalaire sur Λ̃N⊥ et
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F se prolonge par continuité sur le complété ΛN⊥ de Λ̃N⊥ . Par conséquent, F : ΛN⊥ → H est un

processus aléatoire généralisé (de covariance généralisée k(x,y)). Réciproquement, étant donné un

processus aléatoire généralisé FG(λ), quels sont les processus aléatoires F (x) qui cöıncident avec

FG(λ) sur ΛN⊥ ?

Définition 32. Soit FG(λ) une fonction aléatoire généralisée définie sur ΛN⊥ . Un processus

aléatoire du second ordre F (x), x ∈ X, est un représentant de FG(λ) si

FG(λ) = F (λ), ∀λ ∈ ΛN⊥ .

Par la suite, nous nous intéressons à la nature des représentants des IRF(l). De chaque

IRF(l) FG(λ), il est possible de construire un représentant. En effet, il existe un ensemble Sq =

{z1, . . . , zq} de points de X tel que toute fonction f de Nl est déterminée de manière unique

par ses valeurs aux points de cet ensemble. Sq est dit unisolvant. Soit {pz1 , . . . , pzq} une base de

polynômes de Lagrange de Nl, tels que ∀f ∈ Nl

f(x) =

q∑

i=1

pzi(x)f(zi) .

Soit δ(x) la mesure à support fini définie par

δ(x) = δx −
q∑

i=1

pzi(x)δzi .

Notons que δ(zi) = 0, i = 1, . . . , q. La mesure δ(x), paramétrée par x, est telle que δ(x) ∈ ΛN⊥ ,

∀x ∈ X.

Proposition 38.

F0(x) = FG(δ(x)) (4.4)

est un représentant de FG(λ), de moyenne nulle, et F0(zi) = 0 presque sûrement, ∀i ∈ {1, . . . , q}.

Démonstration. Soit l’application linéaire

ϑ : Λ̃N⊥ → ΛN⊥

λ =
∑n
i=1 λiδxi 7→ ∑n

i=1 λiδ(xi) .

∀λ ∈ Λ̃N⊥ ,

ϑ(λ) =

n∑

i=1

λiδxi −
n∑

i=1

λi

q∑

j=1

pzj (xi)δzj

= λ−
q∑

j=1

〈λ, pzj 〉δzj = λ .

Par conséquent, ∀λ ∈ Λ̃N⊥ ,

F0(λ) =

n∑

i=1

λiF0(xi) =

n∑

i=1

λiFG(δ(xi)) = FG(ϑ(λ)) = FG(λ) . (4.5)

Comme ϑ est continue sur Λ̃N⊥ , elle se prolonge de manière unique sur ΛN⊥ , et les relations (4.5)

se prolongent par continuité sur ΛN⊥ .
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Proposition 39. Si F0(x) est le représentant défini par (4.4), on obtient d’autres représentants

de FG(λ) sous la forme

F (x) = F0(x) +

q∑

i=1

Bipzi(x) , (4.6)

où les Bi sont des variables aléatoires du second ordre quelconques (indépendantes ou non).

Démonstration. Sans difficulté.

Dans le cadre de la modélisation bôıte noire, la notion d’IRF est utilisée comme modèle du

système au même titre qu’un processus aléatoire du second ordre. Les trajectoires ou réalisations

possibles d’une IRF correspondent aux trajectoires de l’ensemble des représentants.

Remarque. Dans le cas particulier où les variables aléatoires Bi sont constantes presque sû-

rement, le processus obtenu est déterministe aux points de l’ensemble unisolvant Sq . On peut

interpréter ce cas comme lorsque l’on fixe des conditions initiales dans une équation différen-

tielle. Dans la section suivante, nous montrons par exemple que le mouvement brownien est un

représentant d’une IRF. Dans ce cas, le processus est nul presque sûrement à l’origine.

Mentionnons enfin le lien entre les processus aléatoires intrinsèques et les modèles auto-regressive

integrated moving average (ARIMA) de séries chronologiques (Brockwell et Davis, 1987).

Définition 33. Une suite de variables aléatoires (Xt)t∈N est un processus ARIMA(p, d, q) (avec

p, d et q entiers positifs) si le processus (Yt)t∈N défini par

Yt = (1 −B)dXt , (4.7)

où B : Xt 7→ Xt−1 est l’opérateur retard, est un processus ARMA(p, q) causal.

La transformation (1 − B)d est un opérateur de différences finies d’ordre d. Une propriété

importante est que si on ajoute à (Xt) un polynôme en t quelconque de degré inférieur ou égal à

d − 1 on ne change pas l’équation (4.7). Un processus ARIMA(p, d, q) peut donc être vu comme

une IRF(d − 1) à temps discret. Le processus (Xt) est stationnaire si et seulement si d = 0. Le

modèle ARIMA est en fait bien adapté aux séries chronologiques non stationnaires qui comportent

une tendance de type polynomiale.

4.3 Covariances généralisées

4.3.1 Caractéristiques générales

Cette section rappelle très brièvement les principaux résultats sur les fonctions symétriques,

conditionnellement positives lorsque N est un espace de polynômes de degré ≤ l. Il s’agit donc

de s’intéresser aux covariances généralisées k(h), h ∈ X, d’ordre l (Matheron, 1973), telles que si

FG(λ) est une IRF(l), on a pour tout λ, µ ∈ Λl

E[FG(λ)FG(µ)] =

∫∫
k(x − y)dλ(x)dµ(y) .
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Classes d’équivalences de covariance généralisées

Toute fonction de covariance est une covariance généralisée. La proposition suivante montre

que les covariances généralisées forment des classes d’équivalences.

Proposition 40. Si k(h) est une covariance généralisée d’une IRF(l) FG(λ), toute fonction de

la forme k(h) + p(h), où p(h) est un polynôme pair de degré ≤ 2l, est également une covariance

généralisée de FG(λ). Réciproquement, toute covariance généralisée de FG(λ) est de la forme

k(h) + p(h).

Cette proposition est importante pour le choix des covariances généralisées en pratique. Nous

donnons quelques éléments de démonstration que nous pensons utiles pour comprendre l’origine

du résultat. La démonstration complète (Matheron, 1971a) est relativement longue et d’un intérêt

limité dans le contexte de cette présentation.

Lemme 2. Pour qu’une fonction k(x,y) continue et symétrique sur Rd × Rd vérifie la relation
∫∫

k(x,y)dλ(x)dλ(y) = 0 , ∀λ ∈ Λl

il faut et il suffit que k(x,y) soit de la forme :

k(x,y) =

q∑

i=1

ai(y)xli +

q∑

i=1

ai(x)yli −
∑

i,j

bi,jx
liylj , (4.8)

où les ai(.), i = 1, . . . , q, sont des fonctions continues sur Rd, où les bi,j , i, j = 1, . . . , q, sont des

constantes, et où ∀i ∈ {1, . . . , q}, |li| ≤ l.

Démonstration. Voir (Matheron, 1971a).

Démonstration partielle de la proposition. Toute fonction de la forme k(h) + k ′(h) est une cova-

riance généralisée de FG(λ) si et seulement si, ∀λ, µ ∈ Λl,
∫∫

k′(x − y)dλ(x)dµ(y) = 0 ,

ou, ce qui revient au même, ∀λ ∈ Λl,
∫∫

k′(x − y)dλ(x)dλ(y) = 0 . (4.9)

Il faut identifier parmi les fonctions continues symétriques k(x,y) s’écrivant sous la forme (4.8),

celles qui se mettent sous la forme k′(x − y). Remarquons que l’on doit avoir k′(−h) = k′(h).

Soient k′(h) vérifiant (4.9) et k(x,y) de la forme (4.8), telle que k(x,y) = k′ ◦ ∆ (x,y), où

∆ : (x,y) 7→ x − y. On suppose k dérivable l + 1 fois par rapport à chacune de ses 2d variables.

D’après (4.8), si D est un opérateur de dérivation d’ordre l + 1 par rapport à l’une des variables

de x et de y, Dk = 0. Ceci signifie que les dérivées d’ordre 2l + 2 par rapport à chacune des

d variables de la fonction k′(h) sont nulles. Par conséquent, k′(h) est un polynôme pair de d

variables de degré au plus 2l. Réciproquement, tout polynôme p(h) pair, de degré ≤ 2l est tel que

p(x − y) se met sous la forme ∑

i,j t.q |li|+|lj |≤2l

ci,jx
liylj .
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p(h) vérifie (4.9) puisque qu’il y a toujours un facteur dans la somme de degré ≤ l. Nous ne

démontrons pas le résultat dans le cas où k n’est pas dérivable (Matheron, 1971a, page 24).

Lien entre covariance généralisées et covariance des représentants

On souhaite établir la forme analytique des covariances des représentants d’une IRF(l) FG(λ).

Soit le représentant de moyenne nulle F0(x) = F (δ(x)). Alors

Cov[F0(x), F0(y)] = k(x,y) −
q∑

i=1

pzi(x)k(zi,x) −
q∑

i=1

pzi(y)k(zi,y)

+

q∑

i,j=1

pzi(x)pzj (y)k(zi, zj)

Pour les représentants sous la forme (4.6), la covariance s’écrit

Cov[F (x), F (y)] = Cov[F0(x), F0(y)] +

q∑

i=1

pzi(x) Cov[Bi, F0(y)]

+

q∑

i=1

pzi(y) Cov[Bi, F0(x)] +

q∑

i,j=1

pzi(x)pzj (y) Cov[Bi, Bj ] .

Plus généralement, on a la proposition suivante.

Proposition 41. Si FG(λ) est une IRF(l) de covariance généralisée k(x,y), les covariances

kr(x,y) des représentants de cette IRF s’expriment sous la forme

kr(x,y) = k(x,y) +

q∑

i=1

ai(y)xli +

q∑

i=1

ai(x)yli +

q∑

i,j=1

bi,jx
liylj , (4.10)

où les ai(.) sont des fonctions continues, où les bi,j sont des coefficients réels tels que la matrice

B = (bi,j)i,j soit symétrique définie positive, et où ∀i ∈ {1, . . . , q}, |li| ≤ l.

Démonstration. Soit F (x) un représentant de FG(λ) sous la forme (4.6), et soit kr sa fonction de

covariance. Remarquons que pour tout λ ∈ Λl, Var[F (λ)] = Var[FG(λ)], donc kr(x,y) − k(x,y)

vérifie nécessairement les conditions du lemme 2. La covariance de F (x) s’écrit

kr(x,y) = Cov[F (x), F (y)] = E[FG(δ(x))FG(δ(y))]

+

q∑

i=1

Cov[Bi, FG(δ(y))]x
li +

q∑

i=1

Cov[Bi, FG(δ(x))]y
li

+

q∑

i,j=1

Cov[Bi, Bj ]x
liylj .

Donc kr est bien de la forme (4.10).
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Comportements des covariances généralisées

Les covariances classiques continues et stationnaires k(h) sont des fonctions bornées (d’après

l’inégalité de Schwarz) et tendent généralement vers 0 quand ‖h‖ tend vers l’infini (lemme de

Riemann-Lebesgue). Pour une covariance généralisée d’ordre l, on a un comportement du type

lim
‖h‖→+∞

k(h)

‖h‖2l+2
= 0 .

Par exemple, la fonction

k(x, y) = |x− y|3 .

est une covariance généralisée d’ordre 1 associée à N1 = vect{1, x}.
Le résultat précédent peut être établi à partir de la théorie spectrale des covariances généralisées

(voir (Matheron, 1973)) mais aussi à partir de la formule (4.10) liant une covariance généralisée

aux covariances des représentants.

4.3.2 IRF(0), variogrammes

Ce paragraphe présente le cas important des covariances généralisées définies à partir d’un

variogramme. Plus spécifiquement, on s’intéresse au cas élémentaire où N est constitué des fonc-

tions constantes sur X. Ce cas correspond aux IRF(0). Toutes les représentations d’une IRF(0)

FG(λ) sont par conséquent de la forme F0(x) + b, où F0(x) est un processus aléatoire à moyenne

nulle, nul presque sûrement en un point z1 ∈ X, le choix de l’origine z1 étant arbitraire. Les fonc-

tions aléatoires intrinsèques d’ordre 0 permettent donc de traiter des processus aléatoires dont la

moyenne est inconnue mais constante. Les fonctions aléatoires d’ordres supérieurs permettent de

traiter des processus dont la moyenne n’est pas constante. De tels modèles sont pertinents lorsque

l’on souhaite modéliser un système qui présente des tendances à crôıtre ou à décrôıtre par exemple.

Définition 34. Soit F (x) un processus aléatoire du second ordre, stationnaire, de moyenne non

nécessairement nulle, son variogramme γ(h), défini à partir de la variance des accroissements de

F (x), est donné par

γ(h) =
1

2
Var[F (x) − F (x + h)] .

Le variogramme est une fonction paire. Il vérifie la relation γ(h) = k(0)− k(h), où k(h) est la

covariance de F (x). Un variogramme est toujours nul à l’origine. Si λ ∈ Λ0, la variance de F (λ)

est donnée par

Var

[
n∑

i=1

λiF (xi)

]
= −

∑

i,j

λiλjγ(xi − xj) . (4.11)

Par conséquent, −γ(h) est une covariance généralisée d’ordre 0, c’est-à-dire, une fonction condi-

tionnellement positive par rapport à N0. On peut donc utiliser −γ(h) pour caractériser les mo-

ments du second ordre d’une IRF(0) FG(λ). On voit une fois encore que les IRF(0) sont des

modèles portant sur des accroissements de la sortie du système.

Lorsque le processus F (x) est stationnaire, son variogramme est borné mais la définition d’une

IRF impose la stationnarité des accroissements et non celle des représentants. Il est en fait possible

d’utiliser un variogramme pour caractériser un représentant non stationnaire. Dans ce cas, la
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croissance du variogramme est majorée par la relation |γ(h)| = o(‖h‖2). (À partir de l’analyse

du comportement de variogrammes empiriques calculés à partir de données expérimentales, cette

propriété peut servir à tester le caractère stationnaire d’un système.)

Notons enfin que dans le cas des représentants stationnaires admettant une covariance k(x,y),

la relation

k(x,y) = −γ(x− y) +
1

2
(k(x,x) + k(y,y))

est un cas particulier de la formule (4.10), avec q = 1, a1(x) = k(x,x), l1 = 0, b1,1 = 0.

Exemple. Le mouvement brownien est un exemple fondamental de représentant d’une IRF(0).

Soit FG(λ) une IRF(0) gaussienne de covariance généralisée

k(x, y) = −γ(x− y) = −1

2
|x− y| , x, y ∈ R+ .

Considérons le représentant W (x) = FG(δx − δ0). C’est un processus aléatoire de moyenne nulle,

nul presque sûrement en 0. Pour x, y ∈ R+, sa covariance est définie par

kW (x, y) = E[W (x)W (y)] = E[FG(δx − δ0)FG(δy − δ0)] =
1

2
(−|x− y| + |x| + |y|) .

On vérifie que kW (x, y) = min(x, y). Le représentant ainsi construit est un mouvement brownien tel

que défini dans la section 2.1.3. Par ailleurs, des intégrations successives du mouvement brownien

partant de 0 définissent des processus aléatoires

Wk(x) =

∫ x

0

(x− t)k−1

(k − 1)!
W (t)dt ,

et l’on peut montrer que les Wk sont des représentants d’IRF(k) (Matheron, 1973).

4.4 Espaces hilbertiens à noyau conditionnellement positif

Dans cette section nous montrons, en utilisant la démarche utilisée par (Schaback, 1999), que

l’on peut généraliser la notion d’espace hilbertien à noyau reproduisant au cas où l’on utilise des

noyaux symétriques conditionnellement positifs. Cette généralisation nous permettra d’interpréter

le krigeage intrinsèque qui sera vu dans la section 4.5 en terme de régression régularisée avec des

semi-normes.

Soit k(x,y) une fonction symétrique conditionnellement définie positive par rapport à l’espace

vectoriel Nl des polynômes de degré au plus l. Rappelons que le produit scalaire sur Λl est défini

par

(λ, µ)Λl
= k(λ, µ) =

n,m∑

i,j=1

λiµjk(xi,yj) .

Λl est un espace hilbertien de mesures sur X mais il n’est pas possible pour le moment de définir

par dualité des fonctions sur X, parce que la forme linéaire d’évaluation ponctuelle δx n’appartient

pas à Λl. Une solution consiste à construire, pour tout x ∈ X, un substitut de la forme linéaire

δx. Comme précédemment, considérons un ensemble unisolvant Sq = {z1, . . . , zq} de points de X
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tel que toute fonction f de Nl soit déterminée de manière unique par ses valeurs aux points de

cet ensemble. Soit {pz1 , . . . , pzq} une base de Nl de polynômes de Lagrange. Alors, ∀f ∈ Nl

f(x) =

q∑

i=1

pzi(x)f(zi) .

La mesure à support fini δ(x) ∈ Λl définie par

δ(x) = δx −
q∑

i=1

pzi(x)δzi , (4.12)

est telle que δ(zi) = 0, i = 1, . . . , q, et annule toute composante polynomiale de degré inférieur à l.

La suite de ce paragraphe est consacrée à expliciter la nature de l’espace de fonctions généré par

(δ(x), λ)Λl
, lorsque λ parcourt Λl. Soit F̃Sq l’espace vectoriel vect{f = (δ(.), λ)Λl

, λ ∈ Λ̃l}. Notons

que les éléments de F̃Sq s’annulent sur Sq.

Si λ =
∑n

i=1 λiδxi ∈ Λ̃l, alors

(δ(x), λ)Λl
=

∑

i=1

λi


k(x,xi) −

q∑

j=1

pzj (x)k(zj ,xi)




= 〈λ, k(x, .)〉 −
q∑

j=1

pzj (x)〈λ, k(zj , .)〉 . (4.13)

Par suite, si µ est un autre élément de Λ̃l, on obtient la relation

〈µ, (δ(.), λ)〉 = (µ, λ)Λl
. (4.14)

Ceci montre que l’application λ 7→ (δ(.), λ)Λl
est injective sur Λ̃l. Par conséquent, l’application

bilinéaire

(f, g)F̃Sq
= (λ, µ)Λl

,

où f(x) = (δ(x), λ)Λl
et g(x) = (δ(x), µ)Λl

, pour tout x ∈ X, définit un produit scalaire sur F̃Sq .

Le complété de F̃Sq , noté FSq , s’identifie à Λl et nous noterons % l’isométrie bijective FSq → Λl.

La relation (4.14) se prolonge par continuité sur les complétés et montre par conséquent que 〈., .〉
met en dualité Λl et FSq .

Proposition 42. Notons kSq (x,y), la fonction X × X → R telle que kSq (x,y) = (δ(x), δ(y))Λl
.

Alors kSq est symétrique et de type positif.

Démonstration. kSq (x,y) est bien symétrique (par symétrie du produit scalaire) et de type positif

car pour toutes suites finies (x1, . . . ,xn) ∈ Xn et (λ1, . . . , λn) ∈ Rn,

n∑

i,j=1

λiλjkSq (xi,xj) =

n∑

i,j=1

λiλj(δ(xi), δ(xj))Λl
=

∥∥∥∥
n∑

i=1

λiδ(xi)

∥∥∥∥
2

Λl

≥ 0 .

Proposition 43. kFSq
est le noyau reproduisant de FSq .
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Démonstration. ∀f ∈ FSq , ∃λ ∈ Λl telle que f = (δ(x), λ)Λl
et donc,

(kFSq
(x, .), f)FSq

= (δ(x), λ)Λl
= f(x) .

L’espace FSq possède la propriété assez faible que ses éléments s’annulent sur Sq. L’objectif

final est d’établir, dans le cas des fonctions conditionnellement positives, la construction d’un

espace de fonctions indépendant du choix de Sq , avec des propriétés similaires à celles des espaces

hilbertiens à noyau reproduisant. Commençons par remarquer que FSq et Nl forment une somme

directe d’espaces vectoriels de fonctions. En effet, si f ∈ FSq ∩ Nl, f(x) =
∑q

i=1 f(zq)pzq (x) et

∃λ ∈ Λl tel que f = (δ(.), λ)Λl
. Pour tout µ ∈ Λl, 〈µ, f〉 = (µ, λ)Λl

= 0 et donc, f = 0. L’opérateur

linéaire PNl,Sq : FSq ⊕Nl → Nl défini par

PNl,Sqf(x) =

q∑

i=1

pzi(x)f(zi) , ∀f ∈ F ,x ∈ X

est une projection sur Nl. On a également le fait que f −PNl,Sqf s’annule aux points de Sq et que

Id − PNl,Sq est une projection sur FSq . Pour toute fonction f ∈ FSq ⊕ Nl, il existe λ ∈ Λl telle

que f − PNl,Sqf = (δ(.), λ)Λl
.

Proposition 44. Soit f ∈ FSq ⊕Nl. Alors ∀x ∈ X,

f(x) = (PNl,Sqf)(x) + (kSq (x, .), f − PNl,Sqf)FSq
. (4.15)

Démonstration. D’après les remarques précédentes.

L’équation (4.15) peut être vue comme une généralisation de la propriété de reproduction (3.1).

Notons que son utilisation requiert le choix préliminaire d’un ensemble unisolvant Sq et d’un noyau

kFSq
correspondant.

Proposition 45. Soient S1
q et S2

q deux ensembles tels que toute fonction de Nl soit déterminée

de manière unique par ses valeurs aux points de S1
q ou de S2

q . Alors FS1
q
⊕Nl = FS2

q
⊕Nl.

Démonstration. Notons δ1(x) et δ2(x) les substituts de la forme d’évaluation ponctuelle (4.12) pour

S1
q et S2

q respectivement. D’après (4.13), ∀λ ∈ Λl, il existe un polynôme p1,2,λ(x) ∈ Nl, tel que,

(δ1(x), λ)Λl
= (δ2(x), λ)Λl

+ p1,2,λ(x) .

Soit f ∈ FS1
q
⊕Nl. Il existe λ ∈ Λl telle que (δ1(x), λ)Λl

= (f − PNl,S1
q
f)(x). Donc, ∀x ∈ X,

f(x) = (PNl,S1
q
f)(x) + (δ1(x), λ)

= (PNl,S1
q
f)(x) + p1,2,λ(x) + (δ2(x), λ)Λl

,

ce qui montre que f ∈ FS2
q
⊕Nl.

Définition 35. Un espace F de fonctions sur X à noyau k(x,y) symétrique conditionnellement

défini positif par rapport à Nl est la somme de Nl et d’un espace FSq . F est indépendant du choix

de Sq . Par la suite, une tel espace sera doté du semi-produit scalaire défini par

(f, g)F = (f − PNl,Sqf, g − PNl,Sqg)FSq
.

Ce semi-produit scalaire est indépendant du choix de Sq. L’espace F à noyau k est semi-hilbertien.
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Exemples. Dans la section 3.2.2, nous avions mentionné un exemple à la base de la théorie

des splines construit en utilisant la fonction de covariance du mouvement brownien comme noyau

reproduisant. Dans la plupart des cas, les splines sont construites à partir de noyaux conditionnel-

lement positifs. Donnons quelques exemples. Les splines cubiques 1-D (polynômes de degré 3 par

morceaux), sont très couramment utilisées. Elles correspondent au choix de l’espace des fonctions

définies sur [0, 1], une fois continûment dérivable, et de dérivée seconde de carré sommable, muni

de la semi-norme

‖f‖2
F =

∫ 1

0

|f (2)(t)|2dt .

Dans ce cas, N est constitué des fonctions polynomiales de degré au plus un. Le noyau condition-

nellement positif associé est (Chilès et Delfiner, 1999, page 273)

k(t, s) = |t− s|3 .

On peut généraliser cet exemple pour obtenir des splines « plaques minces ». En deux dimensions,

on choisit la semi-norme (Wahba, 1990)

‖f‖2
F =

∫∫
dx[1]dx[2]



(
∂2f

∂x2
[1]

)2

+ 2

(
∂2f

∂x[1]∂x[2]

)2

+

(
∂2f

∂x2
[2]

)2

 ,

Le noyau associé est (Chilès et Delfiner, 1999, page 273)

k(x,y) = ‖x − y‖2 log‖x− y‖ ,

et l’espace N correspondant est l’espace des polynômes de deux variables de degré ≤ 1, c’est-à-dire

N = vect{1, x[1], x[2]}.

4.5 Prédiction linéaire avec des processus aléatoires intrin-

sèques

Cette section présente le krigeage intrinsèque, c’est-à-dire la prédiction linéaire dans le cas de

processus aléatoires intrinsèques. Considérons un système modélisé par une IRF(l) FG(λ), dont

on observe la sortie du système pour un nombre fini de valeurs x1, . . . ,xn du vecteur des facteurs.

Ces observations sont modélisées par les réalisations des variables aléatoires F (x1), . . . , F (xn), où

F (x) est un représentant inconnu de FG(λ). Pour prédire la sortie du système correspondant au

vecteur des facteurs x, on approxime F (x) par le prédicteur F̂ (x) obtenu comme combinaison

linéaire des F (xi),

F̂ (x) =

n∑

i=1

λ̂i,xF (xi) .

Notons que F̂ (x) ne possède pas explicitement de terme de Nl. Comme dans les cas précé-

dents de prédiction linéaire, on cherche à minimiser la variance de l’erreur de prédiction F (x) −∑n
i=1 λ̂i,xF (xi) = F (δx −

∑n
i=1 λ̂i,xδxi). Cependant, le représentant F (x) est inconnu et il n’est
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pas possible de calculer directement la variance de l’erreur sauf si δx −
∑n

i=1 λ̂i,xδxi ∈ Λl, auquel

cas

Var[F (δx −
n∑

i=1

λ̂i,xδxi)] = Var[FG(δx −
n∑

i=1

λ̂i,xδxi)]

= k(x,x) − 2
n∑

i=1

λ̂i,xk(xi,x) +
n∑

i,j=1

λ̂i,xλ̂j,xk(xi,xj) .

En minimisant la variance de l’erreur, on obtient alors la méthode du krigeage intrinsèque, qui se

résume à la résolution d’un système d’équations linéaires, comme le montre la proposition suivante.

Proposition 46 (krigeage intrinsèque). Soient FG(λ) une IRF(l) admettant une covariance

généralisée k(x,y) et F (x) un représentant quelconque. La meilleure approximation linéaire de

F (x) à partir des variables aléatoires F (xi), i = 1, . . . , n, est la variable aléatoire

F̂ (x) =

n∑

i=1

λ̂i,xF (xi) ,

où les λ̂i,x sont tels que Var[F (δx−
∑n
i=1 λ̂i,xδxi)] soit minimale sous la contrainte δx−

∑n
i=1 λ̂i,xδxi ∈

Λl. Les λ̂i,x s’obtiennent en résolvant le système linéaire

(
K P T

P 0

)(
λ̂x

µ

)
=

(
kx

px

)
, (4.16)

où K = (k(xi,xj))
n
i,j=1 est la matrice de covariance généralisée, kx = [k(x1,x), . . . , k(xn,x)]T,

λ̂x = [λ̂1,x, . . . , λ̂n,x]T, µ ∈ Rq est un vecteur de coefficients de Lagrange, P = (xli

j )q,ni,j=1 est la

matrice q × n de fonctions de base de Nl évaluées sur S et px = [xl1 , . . . ,xlq ]T.

Démonstration. Le système linéaire (4.16) est obtenu par la méthode du lagrangien. La figure 4.1

illustre géométriquement le principe du krigeage intrinsèque.

La mise en œuvre pratique du krigeage intrinsèque est donc aussi simple que celle du krigeage

classique. Le krigeage intrinsèque pourra être utilisé dans de nombreuses situations : moyenne

inconnue, hypothèse de stationnarité mise en défaut (voir aussi la section 4.3.2), incorporation

d’information a priori (voir la section 4.6.1). Rappelons que toute fonction de covariance peut

être utilisée comme covariance généralisée. En particulier, lorsqu’on modélise le système par un

processus aléatoire à moyenne inconnue, de covariance k(x,y), le krigeage intrinsèque correspond

exactement au cas de la meilleure prédiction non biaisée vue dans la section 4.1. Le krigeage

intrinsèque est donc une généralisation des méthodes précédentes, avec notamment la possibilité

d’utiliser des covariances généralisées, comme celles dérivant d’un variogramme qui spécifie la

variance des accroissements du système.

Proposition 47. La variance d’erreur du krigeage intrinsèque est donnée par

Var[F (x) − F̂ (x)] = k(x,x) −
n∑

i=1

λ̂i,xk(xi,x) −
q∑

i=1

µix
li . (4.17)
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PSfrag replacements
HN⊥

HS

N

F (x)

F̂ (x)

O

HN⊥ ∩HS

Fig. 4.1 – Meilleure approximation sous contrainte F̂ (x) − F (x) ⊥ N

Démonstration.

Var[F (x) − F̂ (x)] = k(x,x) − 2λ̂T

xkx + λ̂T

xKλ̂x

= k(x,x) − 2λ̂T

xkx + λ̂T

x(kx − P Tµ)

= k(x,x) − λ̂T

xkx − pT

xµ

4.6 Utilisation des processus aléatoires intrinsèques

4.6.1 Liens avec la régression régularisée et prise en compte d’informa-

tion a priori

L’un des intérêts du krigeage intrinsèque est de nous donner la possibilité de prendre en compte

de l’information a priori. Pour expliquer ce point, nous nous plaçons dans un premier temps du

point de vue des méthodes de régression semi-régularisée. Dans le chapitre 3, il avait été rappelé

qu’un problème de régression régularisée classique est du type

minimiser ‖f‖2
F +

1

C

n∑

i=1

(f(xi) − fobs
xi

)2 , (4.18)

où la solution f̂ est cherchée dans un espace hilbertien à noyau reproduisant F . Pour modéliser

une moyenne ou des tendances polynomiales, une idée naturelle est de rechercher la solution du

problème régularisé dans un espace de fonctions F à noyau conditionnellement positif, qui est donc

la somme d’un espace d’un espace à noyau reproduisant FSq et d’un espace de dimension finie N .

Toute fonction f ∈ F possède ainsi une composante dans N . Cette composante dans N est une

combinaison linéaire (d’éléments d’une base de fonctions) qui peut être vue comme une fonction
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linéairement paramétrée. En ce sens, cette généralisation de la régression régularisée est parfois

qualifiée de méthode semi-paramétrique. Ce principe est bien connu dans la théorie des splines

(Wahba, 1990) et dans la théorie des fonctions de base radiales (Schaback, 1999). Il a aussi été

suggéré pour la SVR (Smola et al., 1999) et s’apparente en géostatistique au krigeage avec dérive

externe (Chilès et Delfiner, 1999).

Si l’on cherche la solution dans un espace à noyau conditionnellement positif, le terme de

régularisation devient une semi-norme selon la définition 35 (N étant le noyau de cette semi-

norme). Par conséquent, la composante paramétrique d’une fonction de F n’est pas régularisée

dans le problème d’approximation (4.18). (Smola et al., 1999) remarque que cette propriété peut

être mise à profit pour incorporer un a priori dans le modèle ; cet a priori doit correspondre

au fait que la sortie du système est proche de certaines fonctions sur X. Par conséquent, si les

connaissances sur le système permettent de dire que son modèle est susceptible d’être amélioré en

ajoutant certains termes paramétriques, l’utilisateur peut choisir de ne pas régulariser ces termes,

et forcer ainsi le comportement du modèle. Toutefois, parce que les termes paramétriques ne sont

pas régularisés dans cette méthode, on notera qu’il n’est pas possible de contrôler leur contribution.

Le problème peut alors devenir mal posé : l’augmentation du nombre de degrés de liberté dans le

modèle peut réduire considérablement la qualité de l’approximation.

En raison des liens entre la théorie des processus aléatoires intrinsèques et celle des espaces

de fonctions à noyau conditionnellement positif, le krigeage intrinsèque peut aussi être qualifié de

méthode semi-paramétrique. (Matheron, 1981) montre précisément le lien entre krigeage intrin-

sèque et les méthodes de régression semi-régularisée. En substance, ce lien est une équivalence du

type de celle qui a été montrée dans la section 3.5.5 et s’établit de la même façon à partir de

considérations géométriques. Les propriétés du krigeage intrinsèque, illustrées par la figure 4.1,

montrent d’ailleurs que l’erreur de prédiction est orthogonale en un certain sens aux fonctions

de N . Ceci signifie que le prédicteur obtenu ne peut pas être amélioré en ajoutant une fonction

de N . En ce sens, si N correspond à des fonctions choisies d’après des connaissances a priori, on

peut dire de manière informelle que l’erreur d’approximation est orthogonale à l’a priori.

Dans la théorie des processus aléatoires intrinsèques, les termes paramétriques forment une

famille de fonctions linéairement indépendantes et l’espace engendré par ces fonctions de base

doit être stable par translation. On a vu qu’un tel espace était constitué de fonctions polynômes–

exponentielles (en pratique, les termes paramétriques sont des monômes xl). Ceci semble être une

limite à l’intérêt pratique d’utiliser le krigeage intrinsèque pour prendre en compte des a priori

parce que les fonctions que l’on souhaite incorporer dans le modèle peuvent être de natures très

diverses1.

Afin de contourner cette restriction, nous suggérons d’ajouter formellement des facteurs au

modèle. Nous distinguons alors deux types de facteurs. Les facteurs du premier type sont les entrées

naturelles du modèle du système. Les facteurs du second type sont introduits pour incorporer de

l’information a priori. Ces facteurs sont des fonctions déterministes quelconques des facteurs du

premier type. Il devient alors très facile d’utiliser des fonctions beaucoup plus générales que des

1 Dans la littérature (voir par exemple (Sacks et al., 1989)), il est fréquent de lire que l’utilisation de termes

paramétriques polynomiaux n’offre que peu d’intérêt en pratique. Pour soutenir ce point de vue, on peut se fonder

sur (Matheron, 1973) qui établit que tout représentant d’une IRF est localement équivalent (sur un domaine borné

de X) à un processus stationnaire. Ceci suggère donc qu’il y a peu à gagner à utiliser le krigeage intrinsèque. Comme

discuté plus haut, nous pensons au contraire que cette méthode est justifiée pour prendre en compte des a priori.
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polynômes et d’étendre ainsi la portée de la théorie du krigeage intrinsèque. Enfin, ce point de

vue permet aussi de mieux comprendre le rôle des facteurs dans un modèle : toute information

susceptible de servir à prédire la sortie du système peut être utilisée comme facteur. Des exemples

d’application seront traités au chapitre 6.

4.6.2 IRF et dérivation

Dans cette section, nous proposons de développer quelques propriétés sur la dérivation des IRF.

L’un de nos objectifs est d’approximer les dérivées ou le gradient de la sortie d’un système, lorsque

cette sortie est modélisée par une IRF. Pour simplifier la présentation, nous ne considérons qu’un

seul facteur x ∈ R. L’extension au cas multidimensionnel ne présente pas de difficulté particulière.

Rappelons qu’un processus aléatoire F (x) du second ordre, stationnaire, de moyenne nulle et de

fonction de covariance k(h) est dit dérivable en moyenne quadratique au point x si

Fh(x) =
1

h
(F (x + h) − F (x)) (4.19)

converge en moyenne quadratique quand h tend vers zéro. La limite existe si et seulement si k(2)(0)

existe et dans ce cas, F (x) est dérivable pour tout x. Cette limite définit le processus dérivé noté

F (1)(x). Les dérivées d’ordre supérieur s’obtiennent en itérant. De plus, il est immédiat de vérifier

que

Cov[F (q)(x), F (r)(y)] = (−1)(r)k(q+r)(x− y) . (4.20)

Soit δ
(1)
x la mesure définie par la limite dans Λ de (δx − δx−h)/h quand h tend vers zéro, et δ

(r)
x

les mesures obtenues en itérant la formule de dérivation. En utilisant l’extension linéaire continue

de F (x) sur Λ, on a F (r)(x) = F (δ
(r)
x ), lorsqu’il est licite de dériver.

Notons que δ
(r)
x ∈ Λr−1. En effet,

〈δ(r)x0
, xl〉 =

{
l!

(l−r)!x
l−r
0 si r ≤ l ,

0 si r > l .

Soit FG(λ) une IRF(l), caractérisée par sa covariance généralisée k(h). Nous souhaitons établir

une notion de dérivabilité pour FG(λ). Le point délicat est que FG(λ) ou ses éventuelles dérivées

ne peuvent pas être évaluées en un point x et qu’il n’est donc pas possible de définir la notion de

dérivabilité en moyenne quadratique à partir de la variance d’une quantité comme (4.19).

Pour généraliser la notion de dérivée, il est donc nécessaire de recourir aux mesures de Λl.

Considérons λ =
∑

i λiδxi ∈ Λl. Puisque τhλ ∈ Λl, ∀h ∈ R, notons

λh =
1

h
(τhλ− λ) ∈ Λl.

Définition 36. Une IRF(l) FG(λ) est dite dérivable en moyenne quadratique en λ ∈ Λl si FG(λh)

converge en moyenne quadratique quand h tend vers zéro. Lorsque la limite existe, elle est notée

F
(1)
G (λ).

Proposition 48. Soit FG(λ) une IRF(l). Si k(2)(h) existe pour tout h, FG(λ) est dérivable en

moyenne quadratique pour tout λ appartenant à Λl, auquel cas F
(1)
G (λ) est une IRF(l) et sa fonction

de covariance généralisée est −k(2)(h).
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Démonstration. Si λ =
∑n

i=1 λiδxi appartient à Λl,

‖FG(λh)‖2 =
1

h2

∥∥∥∥FG

( n∑

i=1

λi(δxi+h − δxi)

)∥∥∥∥
2

=
1

h2

n∑

i,j=1

λiλj(2k(xi − xj) − k(xi − xj + h) − k(xi − xj − h)) .

Si k(h) est deux fois dérivable pour tout h ∈ R, ‖FG(λh)‖ converge vers une limite finie quand h

tend vers zéro et

lim
h→0

‖FG(λh)‖2 = −
n∑

i,j=1

λiλjk
(2)(xi − xj) .

Par suite, F
(1)
G (λ) est un processus aléatoire généralisé défini sur Λl à moyenne nulle et de cova-

riance généralisée −k(2)(h).

Remarquons que la convergence de FG(λh) dans L2(Ω,A,P) quand h tend vers zéro équivaut

à celle de λh dans Λl. Posons λ(1) = limh→0 λh lorsque la limite existe. Nous identifierons alors

F
(1)
G (λ) et FG(λ(1)).

Proposition 49. Soient FG(λ) une IRF(l) et F (x) un représentant de cette IRF. Alors F (1)(x)

est un représentant de F
(1)
G (λ).

Démonstration. Pour tout λ ∈ Λl,

F
(1)
G (λ) = lim

h→0
FG(λh) = lim

h→0
F (λh) = F (λ(1)) = F (1)(λ) .

Les dérivées d’ordre supérieur sont notées F
(r)
G (λ). Étant donnés λ =

∑
i λiδ

(qi)
xi et µ =∑

j µjδ
(rj)
yj appartenant à Λl, on vérifie aisément que

Cov[FG(λ), FG(µ)] =
∑

i,j

(−1)rjλiµjk
(qi+rj)(xi − yj) .

La seconde partie de cette section est consacrée à la prédiction des dérivées des représentants

d’une IRF(l) FG(λ). Nous étudions directement le cas où les observations sont corrompues par un

bruit blanc additif. Les valeurs observées de la sortie du système correspondent aux réalisations

des variables aléatoires F obs(xi) = F (xi) +Ni, i = 1, . . . , n, où F (x) est un représentant inconnu

de FG(λ), et les Ni sont des variables aléatoires gaussiennes indépendantes, de moyenne nulle et

de variance σ2
N . Nous cherchons un estimateur linéaire F̂ (r)(x) de F (r)(x), qui s’écrit donc sous la

forme

F̂ (r)(x) =
∑

i

λ̂i,xF
obs(xi) .

Bien que le krigeage intrinsèque ne soit pas couramment employé dans la littérature pour

prédire des dérivées, la généralisation à ce cas est aisée. Quand on ne s’intéresse pas aux dérivées, la
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variance de l’erreur de prédiction F (x)− F̂ (x) est minimisée sous la contrainte δx−
∑
λ̂i,xδxi ∈ Λl.

Pour traiter le cas des dérivées, il suffit de minimiser Var[F (r)(x) − F̂ (r)(x)] sous la contrainte

δ(r)x −
∑

i

λ̂i,xδxi ∈ Λl . (4.21)

La solution de ce problème s’obtient de manière analogue à la solution du krigeage intrinsèque

en utilisant Var[F (δ
(r)
x −∑i λ̂i,xδxi)] = Var[FG(δ

(r)
x −∑i λ̂i,xδxi)]. On vérifie que les coefficients

λ̂i,x, i = 1, . . . , n sont solutions d’un système d’équations linéaires, exprimé sous forme matricielle

par : (
K + σ2

NId P T

P 0

)(
λ̂x

µ

)
=

(
k

(r)
x

p
(r)
x

)
, (4.22)

où K est la matrice n × n des valeurs de la covariance généralisée k(xi − xj), P = (xij)
l,n
i=0, j=1

est une matrice (l + 1) × n, µ est un vecteur de coefficients de Lagrange, k
(r)
x est le vecteur de

taille n des éléments k(r)(x − xi) et enfin, p
(r)
x est le vecteur de taille l + 1 des éléments (xi)(r),

i = 0, . . . , l. Notons que

(xi)(r) =

{
0 pour i < r
i!

(i−r)!x
i−r pour i ≥ r

La variance de l’erreur de prédiction est donnée par

Var[F (r)(x) − F̂ (r)(x)] = −k(2r)(0) −
(

λ̂

µ

)T(
k

(r)
x

p
(r)
x

)
.

Comme précédemment, si le système linéaire est mal conditionné, des méthodes numériques adé-

quates doivent être utilisées.

4.7 Conclusions

Prédire un processus aléatoire à moyenne inconnue nécessite d’ajouter des contraintes sur l’esti-

mateur. On demande par exemple que le prédicteur soit non-biaisé. Une façon élégante de traiter ce

problème d’indétermination consiste à transformer linéairement le processus aléatoire de manière

à éliminer les termes inconnus. Le processus transformé est appelé processus aléatoire généralisé.

Ce dernier n’est plus paramétré par l’espace des facteurs mais par des mesures sur cette espace. Le

même type de transformation est utilisé dans la méthode du maximum de vraisemblance lorsque la

moyenne du processus est inconnue (cette méthode sera présentée dans la section 5.4.5). La notion

de processus aléatoire généralisé est liée à celle d’espaces hilbertiens à noyau conditionnellement

positif en analyse fonctionnelle.

La théorie des processus aléatoires intrinsèques a des conséquences pratiques importantes pour

la modélisation bôıte noire. Les processus aléatoires intrinsèques permettent de modéliser la sortie

du système en distinguant deux effets. L’un constitue une tendance, par exemple une fonction

polynomiale en les facteurs qui modélise des variations lentes de la sortie ; l’autre est un processus

aléatoire du second ordre qui modélise les variations locales, plus rapides. Le krigeage intrin-

sèque réalise une prédiction linéaire de ces processus aléatoires généralisés en résolvant un système

d’équations linéaires similaire à celui du krigeage.
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Dans le krigeage intrinsèque, le terme de tendance n’est pas régularisé. Ceci permet d’inclure

des comportements connus a priori dans le modèle du système.

Au chapitre 6 nous verrons des applications de cette méthode. Nous illustrerons en particulier

la dérivation de processus aléatoire intrinsèques dans la section 6.1.2.
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Chapitre 5

Choix d’un noyau

Résumé — Le choix d’un noyau est une étape fondamentale pour construire des modèles bôıte

noire à l’aide de méthodes d’approximation à noyau (krigeage ou régression régularisée dans un

espace hilbertien à noyau reproduisant). Ce choix est délicat en pratique, surtout dans les espaces

de dimension élevée. Nous explorons dans ce chapitre différents points de vue sur ce problème

et tentons de présenter de façon synthétique les approches classiques utilisées dans différentes

communautés. Des expériences numériques viennent montrer la pertinence pratique de résultats

théoriques importants de la littérature.

5.1 Introduction

La présentation qui suit est centrée sur deux questions :

– Quel noyau est adapté à une classe de fonctions à approximer donnée ?

– Comment estimer un noyau à partir d’un nombre fini d’observations ?

Compte tenu de la première question, la seconde pourrait être reformulée en «Comment déterminer

une classe de fonctions à partir d’un nombre fini d’échantillons de l’un de ses représentants? ».

Le chapitre est organisé en trois parties. Nous décrivons tout d’abord les grandes classes de

covariances paramétrées utilisées dans les applications (section 5.2). Nous présentons ensuite une

synthèse des résultats asymptotiques concernant la prédiction linéaire sous échantillonnage non-

uniforme (section 5.3). L’analyse asymptotique est en effet un outil privilégié pour comprendre

l’influence du choix du noyau sur la prédiction. Enfin, nous rappelons les principales méthodes

d’estimation des paramètres des covariances (section 5.4).

5.2 Structures de corrélation usuelles

Dans cette section, nous présentons les familles de covariances paramétrées que nous avons

utilisées dans les applications et passons rapidement en revue leurs principales propriétés. Pour

plus de détails, le lecteur pourra se reporter aux nombreux ouvrages traitant de ce sujet dans le
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domaine des statistiques, notamment (Yadrenko, 1983 ; Yaglom, 1986 ; Matérn, 1986), et de la

géostatistique (Cressie, 1993 ; Wackernagel, 1995 ; Chilès et Delfiner, 1999 ; Stein, 1999).

5.2.1 Principales propriétés des covariances

Combinaisons de covariances

Nous utiliserons les propriétés suivantes, en particulier dans les sections 5.4.4 et 6.5. Soient

Fi(x), i = 1, . . . , q, des processus aléatoires indépendants, de moyenne nulle et de covariances

ki(x,y), et soit F (x) =
∑q

i=1 αiFi(x). Alors F (x) est de moyenne nulle et sa covariance s’écrit

k(x,y) =
∑q

i=1 α
2
i ki(x,y). Toute combinaison linéaire positive de covariances est donc une cova-

riance admissible.

De même, si l’on considère une famille de covariances kθ(x,y) paramétrées par le vecteur θ ∈
Rp, α une mesure positive sur Rp et un domaine A ⊂ Rp tel que α(A) <∞, alors

∫
A
kθ(x,y)dα(θ)

est une covariance admissible.

Isotropie

Rappelons qu’un processus aléatoire F (x), x ∈ Rd, est isotrope au second ordre si sa moyenne

est constante et s’il admet une fonction de covariance telle que Cov[F (x), F (y)] = k(‖x − y‖2),

où ‖.‖2 est la norme euclidienne de Rd. Il s’agit donc d’une propriété d’invariance par rotation.

Un processus isotrope au second ordre est implicitement stationnaire au second ordre.

L’utilisation de fonctions de covariance isotropes est intéressante en pratique car celles-ci ne

nécessitent pas l’estimation d’un nombre de paramètres dépendant de la dimension de l’espace

des facteurs. Toutefois, les facteurs intervenant dans la modélisation d’un système quelconque

sont souvent de nature physique différente. De plus, la sensibilité de la sortie d’un système peut

varier beaucoup d’un facteur à l’autre. Une solution classique consiste à normaliser les facteurs,

ce qui permet parfois de modéliser le système par un processus aléatoire isotrope alors que cela

n’était pas possible au départ. Plus généralement, il est possible d’effectuer une transformation

linéaire de l’espace des facteurs X ⊂ Rd. Nous cherchons alors une matrice d× d inversible V telle

que les nouveaux facteurs s’expriment sous la forme V x. La nouvelle métrique devient d(x,y) =√
(x − y)TV TV (x − y) =

√
(x − y)A(x − y), où A est une matrice symétrique définie positive.

Toutefois, effectuer une telle transformation nécessite généralement d’estimer au préalable les

paramètres de A à partir des observations de la sortie du système, ce qui se révèle souvent coûteux.

Une méthode de normalisation empirique consiste à choisir A comme l’inverse d’une estimée Ĉ de

la matrice de covariance des facteurs (ce qu’on peut interpréter comme un blanchiment de l’espace

des facteurs).

Si toute fonction k(h) de type positif peut être utilisée comme covariance d’un processus F (x),

x ∈ R, nous verrons dans les paragraphes suivants qu’il faut imposer des conditions supplémen-

taires pour que k(‖x − y‖2) soit également une covariance isotrope admissible en dimension d.

Notons Dd la classe des fonctions de covariances continues isotropes admissibles en dimension d

et soit D∞ =
⋂
iDi. Comme tout processus aléatoire isotrope sur Rd l’est également sur tout

sous-espace vectoriel

D∞ ⊂ · · · ⊂ D2 ⊂ D1.
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Théorème 22. Une fonction réelle k(h) est une fonction de covariance isotrope admissible sur

Rd si et seulement si elle peut être représentée sous la forme

k(h) = 2(d−2)/2Γ(d/2)

∫ ∞

0

(hu)−(d−2)/2J(d−2)/2(hu)dG(u) , (5.1)

où Jk désigne la fonction de Bessel de première espèce d’ordre k et où la fonction G(u), u ∈ [0,∞[,

est une fonction de répartition (non-décroissante, bornée et telle que G(0) = 0).

Démonstration. On trouvera ce résultat dans de nombreux ouvrages de la littérature, par exemple

(Yaglom, 1986).

Notons que G est liée à la mesure spectrale ξ(u) du processus par la relation

G(u) =

∫

‖u‖<u

dξ(u) .

La représentation (5.1) permet d’établir quelques propriétés importantes des covariances iso-

tropes.

Proposition 50. Toute fonction de covariance isotrope k(h) dans Rd est au moins b 1
2 (d − 1)c

dérivable sur [0,∞[.

Démonstration. Voir (Schoenberg, 1938) et (Stein, 1999).

Les fonctions de corrélation isotropes en dimension d admettent également la représenta-

tion (5.1), à condition d’ajouter la contrainte
∫∞

0 dG(u) = 1. Explicitons la représentation (5.1)

de la corrélation pour quelques dimensions particulières :

ρ(h) =

∫ ∞

0

cos(hu)dG(u), ∀ρ(h) ∈ D1,

ρ(h) =

∫ ∞

0

J0(hu)dG(u), ∀ρ(h) ∈ D2,

ρ(h) =

∫ ∞

0

sin(hu)

hu
dG(u), ∀ρ(h) ∈ D3,

ρ(h) =

∫ ∞

0

exp(−h2u2)dG(u), ∀ρ(h) ∈ D∞.

La première de ces expressions est la représentation spectrale bien connue d’une fonction de cor-

rélation stationnaire. La dernière ne peut pas être obtenue directement à partir de (5.1) (voir

(Schoenberg, 1938)). Enfin, des bornes inférieures des fonctions de corrélation peuvent être obte-

nues en utilisant la relation

ρ(h) ≥ inf
t≥0

2(d−2)/2Γ(d/2)t−(d−2)/2J(d−2)/2(t) .

Ainsi, pour d = 2,

ρ(h) ≥ inf J0(t) ≈ −0.403,

pour d = 3,

ρ(h) ≥ inf
sin t

t
≈ −0.218,

et pour d = ∞, ρ(h) ≥ 0. Par conséquent, une covariance k(h) admissible quelle que soit la

dimension de l’espace des facteurs est nécessairement positive.
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Covariances séparables

Définition 37. Une fonction de covariance stationnaire k(h), h ∈ Rd est dite séparable s’il existe

des fonctions de covariances stationnaires k[1](h), . . . , k[d](h), h ∈ R, telles que

k(h) = k[1](h[1]) · · · k[d](h[d]) .

Une fonction de covariance stationnaire k(h), h ∈ Rd, est dite partiellement séparable si existe

des fonctions de covariances stationnaires k[1](h1), . . . , k[m](hm), h1 ∈ Rd1 , . . . ,hm ∈ Rdm , et∑m
i=1 di = d, telles que

k(h) = k[1](h[1]) · · · k[m](h[m]) ,

avec h = (hT

[1], . . . ,h
T

[m])
T.

Exemple 1. La fonction de covariance gaussienne

k(h) = σ2
0 exp

(
− 1

2
hTWh

)
,

avec W = diag[w1, . . . , wd] est séparable.

Exemple 2. Les covariances utilisées en géostatistique pour modéliser des processus spatiaux

dépendant du temps F (x, t), x ∈ R2, t ∈ R, s’écrivant sous la forme

k(h,∆t) = ks(h)kt(∆t) ,

sont partiellement séparables.

5.2.2 Familles classiques de covariances paramétrées

Nous considérons seulement des covariances stationnaires.

Fonctions sphériques

Les fonctions sphériques s’obtiennent par auto-convolution de l’indicatrice d’une sphère de

rayon a/2 en dimension Rd

k(h) ∝
∫

Rd

�

B(0,a/2)(h − y)
�

B(0,a/2)(y)dy.

Nous pouvons considérer une telle covariance comme fonction de h = ‖h‖ seulement. Les cova-

riances sphériques s’annulent pour h > a et sont donc à support borné, ce qui peut faciliter la

résolution du système linéaire du krigeage. En géostatistique, le paramètre d’échelle a s’appelle la

portée de la covariance. Pour h ≤ a, les expressions des fonctions de corrélation pour d = 1, 2, 3
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et 5 sont respectivement

ρ1(h) = 1 − h

a
,

ρ2(h) = 1 − 2

π


h
a

√
1 −

(
h

a

)2

+ arcsin

(
h

a

)
 ,

ρ3(h) = 1 − 3

2

h

a
+

1

2

(
h

a

)3

,

ρ5(h) = 1 − 15

8

h

a
+

5

4

(
h

a

)3

− 3

8

(
h

a

)5

.

Bien que ces covariances soient d’usage courant en géostatistique, nous ne les utiliserons pas dans

les applications en raison de leur dépendance non triviale avec la dimension de l’espace des facteurs.

Fonctions cubiques

Le modèle cubique possède un terme principal irrégulier en |h|3. Une covariance cubique peut

donc être utilisée pour modéliser un processus aléatoire différentiable en moyenne quadratique,

mais n’est admissible qu’en dimension au plus égale à trois. Comme pour les covariances sphériques,

la covariance cubique est nulle pour h > a. Pour h ≤ a, la fonction de corrélation cubique est

ρ(h) = 1 − 7

(
h

a

)2

+
35

4

(
h

a

)3

− 7

2

(
h

a

)5

+
3

4

(
h

a

)7

.

On peut construire sur ce modèle des covariances dérivables aux ordres supérieurs avec des termes

principaux irréguliers en |h|2p+1, p ∈ N. Nous n’utiliserons pas cette covariance en pratique car

elle n’est utilisable qu’en dimension trois au plus.

Fonctions exponentielles

Les covariances exponentielles s’écrivent

k(h) = σ2
0 exp (−(hρ)α) , pour 0 < α ≤ 2 .

ρ est un paramètre d’échelle qui permet d’ajuster la largeur caractéristique de la covariance (la

portée). α permet d’ajuster le comportement de la covariance au voisinage de 0. Toutefois, pour

α < 2, la covariance n’est jamais dérivable à l’origine. Pour α = 2, la covariance devient analytique

(k(h) ∈ C∞), et on parle de covariance gaussienne. Par conséquent, la famille des covariances

exponentielles ne permet pas d’ajuster la régularité de la covariance à l’origine.

Notons que des fonctions de covariance du type produit de polynômes et d’exponentielles

peuvent également être construites.

Covariances de Matérn

Nous tendons à privilégier l’utilisation de cette covariance dans les applications. Dans la litté-

rature, la covariance de Matérn (appellation utilisée par M.L. Stein) est aussi appelée covariance

K-Bessel (Chilès et Delfiner, 1999), covariance ARMA spatiale (Jones et Vecchia, 1993) ou noyau
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de Sobolev (Schaback, 1999). Les covariances de Matérn possèdent la particularité très intéres-

sante que leur régularité (dérivabilité à l’origine) peut s’ajuster à l’aide d’un seul paramètre (Stein,

1999). De plus, les covariances de Matérn sont toutes dans D∞ et sont donc utilisables en dimen-

sion quelconque. Cette classe de covariances est obtenue (pour d = 1) en considérant les densités

spectrales rationnelles du type
dξ

du
=

φ

(α2 + u2)−ν−1/2

où les constantes ν, φ et α sont positives (u désigne la fréquence). Le paramètre permettant

d’ajuster la régularité est donc ν. Plus ν est grand, plus la covariance correspondante est régulière.

En particulier, F (x) sera r fois dérivable en moyenne quadratique si et seulement si ν > r.

En dimension d quelconque, la classe des covariances de Matérn correspond aux fonctions

s’écrivant sous la forme

k(h) = φ(αh)νKν(αh) , h ≥ 0 ,

où Kν est la fonction de Bessel de seconde espèce modifiée d’ordre ν. Notons la propriété des

fonctions de Bessel modifiées qui permet de dériver la covariance de Matérn (Abramowitz et

Stegun, 1965) :

K′
ν(x) = −Kν−1(x) −

ν

x
Kν(x) .

(Il n’est toutefois pas facile d’obtenir les expressions analytiques des dérivées de Kν par rapport à

ν.) Pour certaines valeurs de ν, la covariance de Matérn prend la forme d’une covariance polynôme–

exponentielle en h. Ainsi, pour ν = 1/2, k(h) = πφα−1e−αh et pour ν = 3/2, k(h) = 1
2πφα

−3(1 +

αh)e−αh.

Après reparamétrisation (Handcock et Wallis, 1994 ; Stein, 1999), la covariance de Matérn

peut s’écrire sous la forme

k(h) =
σ2

0

2ν−1Γ(ν)
rνKν(r) ,

avec r = 2ν1/2h
ρ . Le paramètre d’échelle ρ caractérise la largeur de la covariance (typiquement

ρ = 1 implique une portée approximativement égale à 1) et σ2
0 est la valeur de la covariance à

l’origine. Nous utiliserons cette paramétrisation en pratique.

5.2.3 Covariances bandes

Nous avons déjà eu l’occasion de présenter la méthode des bandes tournantes (Matheron, 1973)

dans la section 2.1.3. Soit Fs(x), x ∈ R, un processus aléatoire du second ordre, de moyenne nulle

et de covariance stationnaire ks(x − y). Soit de plus un vecteur aléatoire U ∈ Rd, indépendant

de Fs(R), suivant une loi à densité uniforme sur la sphère unité. Considérons ensuite le processus

aléatoire Fd(x) = Fs((x,U)Rd), x ∈ Rd, où (., .)Rd désigne le produit scalaire dans Rd.

Fd est isotrope (Matheron, 1973) et sa covariance s’écrit en fonction de celle de Fs sous la

forme

kd(h) =
2Γ( 1

2d)

π
1
2 Γ( 1

2 (d− 1))

∫ 1

0

ks(vh)(1 − v2)
1
2 (d−3)dv . (5.2)

Cette représentation peut être reliée à la représentation spectrale (5.1) en choisissant la mesure G

telle que

ks(h) =

∫ ∞

0

cos(hu)dG(u) .
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Il existe donc une correspondance bijective entre une fonction de covariance kd isotrope en dimen-

sion d et une fonction de covariance ks admissible en dimension un. Pour d = 3 cette correspon-

dance prend une forme particulièrement simple puisque

k3(h) =

∫ 1

0

ks(vh)dh .

La méthode des bandes tournantes permet de simuler un processus aléatoire isotrope en di-

mension d. Soient Fi(x), i = 1, . . . , q, x ∈ R, des processus aléatoires indépendants, de moyenne

nulle, de même covariance ks(h), et soit

F (x) =
1

q1/2

q∑

i=1

Fi((x,Ui)Rd), (5.3)

où les Ui sont des vecteurs aléatoires unitaires de Rd, indépendants des Fi et de distribution

uniforme sur la sphère unité. Alors F (x) admet une fonction de covariance kd donnée par (5.2).

Conditionnellement à des réalisations ui des vecteurs aléatoires Ui, i = 1, . . . , q, F (x) est une

combinaison linéaire de processus aléatoires Fi de covariance ki(h) = ks((h,ui)Rd). Les cova-

riances ki seront appelées covariances bandes. Lorsque l’on considère un nombre suffisant de termes

dans (5.3), la méthode des bandes tournantes permet d’obtenir une réalisation de F (x) approxi-

mativement isotrope en dimension d à partir de q réalisations indépendantes d’un processus en

dimension un (Chilès et Delfiner, 1999).

5.2.4 Compléments sur les covariances généralisées

Nous revenons dans cette section sur les covariances généralisées des processus aléatoires in-

trinsèques. Rappelons qu’une covariance généralisée k(h), h ∈ X, d’une IRF(l) FG(λ) est une

fonction non-linéaire symétrique (paire) telle que ∀λ, µ ∈ Λl

E[FG(λ)FG(µ)] =

∫∫
k(x − y)dλ(x)dµ(y) .

Remarquons que la propriété

E[FG(λ)2] =

∫∫
k(x − y)dλ(x)dλ(y) , ∀λ ∈ Λk ,

suffit pour définir une covariance généralisée, comme on peut s’en convaincre en remplaçant λ

par λ + µ. Les covariances généralisées des IRF d’ordre l s’identifient à l’ensemble des fonctions

conditionnellement positives par rapport aux polynômes de degré ≤ l. Rappelons également que

les covariances généralisées d’une IRF(l) particulière constituent une classe d’équivalence, obtenue

en ajoutant à l’une quelconque d’entre elles un polynôme pair de degré inférieur ou égal à 2l.

Lorsque l augmente, on impose aux mesures λ d’appartenir à des espaces de plus en plus

petits. Corrélativement, l’ensemble des covariances généralisées devient de plus en plus grand. Par

exemple, pour α > 0, ‖h‖α n’est jamais une covariance stationnaire, puisqu’elle est non bornée,

mais constitue un variogramme admissible si α < 2.

Par la suite, nous présentons plus spécifiquement une classe de covariances généralisées iso-

tropes.
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Proposition 51. La fonction

k(‖h‖) = k(h) = Γ(−α/2)hα , (5.4)

est une covariance généralisée admissible d’une IRF(l) pour α ∈ ]0, 2l+2[. Lorsque α est un entier

impair, (5.4) s’écrit (−1)p+1h2p+1, qui est donc une covariance généralisée admissible d’une IRF

d’ordre l, lorsque p ≤ l.

Démonstration. Voir (Matheron, 1973).

Sans entrer dans les détails de la théorie spectrale des processus aléatoires généralisés intrin-

sèques, il est utile de retenir que la densité spectrale (dans un sens généralisé) correspondant

à la covariance (5.4) est proportionnelle à ‖u‖−α−d (Matheron, 1973) (rappelons que d est la

dimension de l’espace des facteurs). Cette propriété permet de relier l’ordre α de la covariance

généralisée (5.4) à la régularité des trajectoires du processus aléatoire.

Plus généralement, la fonction

k(h) =

l∑

p=0

(−1)p+1bph
2p+1 , (5.5)

où les coefficients bp sont des réels positifs, est une covariance généralisée d’ordre l. (La condition

de positivité des coefficients bp garantit que k(h) est une covariance généralisée isotrope admissible

quelle que soit la dimension de l’espace des facteurs.) Cette covariance généralisée, appelée cova-

riance polynomiale, est d’utilisation très pratique pour au moins deux raisons. Tout d’abord, les

paramètres bp interviennent de manière linéaire. Par conséquent, la forme analytique des dérivées

de la covariance par rapport à ces paramètres s’écrit immédiatement. Ensuite, la régularité de la

covariance est fixée par la valuation de la covariance (degré du terme de plus petit degré) et par

conséquent, les covariances polynomiales présentent un avantage similaire à celui de la covariance

de Matérn.

5.3 Théorie asymptotique de la prédiction linéaire

Cette section présente des résultats théoriques de la littérature aux conséquences pratiques

importantes pour les applications. Soit un processus aléatoire F (x) de moyenne m(x) et de cova-

riance k(x,y). Si l’on effectue une prédiction de ce processus par krigeage en utilisant un modèle

du second ordre incorrect (moyenne ou covariance incorrecte), il n’est plus possible d’affirmer

que le prédicteur possède toutes les propriétés agréables qui seraient vérifiées si le modèle correct

était utilisé (estimateur non biaisé et variance d’erreur minimale). Le rôle et l’influence de l’er-

reur d’estimation du modèle sur la prédiction ne sont que partiellement compris aujourd’hui, et

les résultats de la littérature sont essentiellement asymptotiques. Ces résultats reposent souvent

sur des preuves difficiles que nous nous abstiendrons alors de reproduire. Nous nous bornerons à

illustrer ces propriétés à l’aide d’expériences numériques présentées au fur et à mesure.
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5.3.1 Convergence des prédicteurs linéaires

Notion de consistance

Soit une suite (xi)i∈N de points de Rd, telle que x soit un point d’adhérence. Nous considérons

un processus aléatoire F (x) à moyenne nulle et nous nous intéressons à la prédiction linéaire F̂n(x)

de F (x) en fonction des F (x1), . . . , F (xn). Nous dirons que l’estimateur F̂n(x) est consistant si

lim
n→∞

Var[F (x) − F̂n(x)] = 0

Cette notion de consistance est pertinente quand il est possible de faire des observations avec

une densité arbitraire sur un voisinage de l’espace des facteurs contenant x. Notons qu’une telle

notion n’existe pas dans le cas des séries chronologiques pour lesquelles les études asymptotiques

conduisent à faire grandir l’horizon d’observation.

Rappelons que la variance de l’erreur de prédiction s’exprime sous forme matricielle par

Var[F (x) − F̂ (x)] = k(x,x) − 2λT

xkx + λT

xKλx (5.6)

Si λx correspond au meilleur prédicteur linéaire, alors la variance de l’erreur peut se mettre sous

la forme plus simple Var[F (x) − F̂ (x)] = k(x,x) − λT
xkx.

Proposition 52. Si la covariance de F (x) est continue sur sa diagonale, le meilleur prédicteur

linéaire est consistant.

Démonstration. Soit xϕ(n) une suite extraite convergente vers x, où (ϕ(n))n est une suite non

décroissante telle que ϕ(n) ≤ n,

Var[F (x) − F̂n(x)] ≤ Var[F (x) − F (xϕ(n))]

= k(x,x) + k(xϕ(n),xϕ(n)) − 2k(x,xϕ(n))
n→∞−→ 0 ,

lorsque k(x,y) est continue sur sa diagonale.

Dans les sections suivantes, des résultats plus précis sont présentés sur la rapidité de conver-

gence.

Résultats classiques de convergence

Les résultats classiques de convergence des prédicteurs linéaires appartiennent à la littérature

de la théorie de l’approximation et de l’interpolation et sont souvent particulièrement difficile à

établir. Le premier de ces résultats est présenté par Duchon (1978) dans le cadre des splines.

D’autres bornes d’erreur ont été obtenues dans le contexte plus général des espaces de Sobolev

(Madych et Nelson, 1988, 1990). Nous présenterons le résultat encore plus général décrit dans (Wu

et Schaback, 1993). Mentionnons que des résultats similaires ont été établis par d’autres auteurs

(Light et Wayne, 1998 ; Narcowich et al., 2003).

Avant de rappeler ces résultats, donnons quelques indications pour comprendre de manière

intuitive leur origine. Dans le cas de processus aléatoires stationnaires, nous avons déjà vu dans
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la section 2.5.1 que la variance d’erreur de prédiction pouvait être majorée par la relation

Var[F (x) − F̂n(x)] ≤ k(0) − k(x − xϕ(n))
2

k(0)
≤ 2(k(0) − k(x − xϕ(n))) .

Cette majoration suggère que le comportement de la covariance à l’origine joue un rôle essentiel

dans la convergence de l’erreur de prédiction. Il est traditionnel de définir la régularité d’une

fonction à l’aide de la définition suivante.

Définition 38. Une fonction f est ponctuellement Lipschitz α > 0 en x0 s’il existe une constante

C > 0 et un polynôme px0 de degré l = bαc tels que

∀x ∈ Rd, |f(x) − px0(x)| ≤ C‖x − x0‖α. (5.7)

Une fonction est uniformément Lipschitz α sur X si elle vérifie (5.7) pour tout x ∈ X, avec une

constante C indépendante de x. La régularité (lipschitzienne) de f en x0 est le supremum des α

pour lesquels f est Lipschitz α en x0.

Si f est uniformément Lipschitz α au voisinage de x avec α > r, r ∈ N, alors on peut vérifier que

f est nécessairement r fois dérivable sur ce voisinage (le polynôme px0 est déterminé de manière

unique). Il est possible de montrer que si la covariance stationnaire k(h) est de régularité α au

voisinage de 0, alors

Var[F (x) − F̂n(x)] ≤ C‖x − xϕ(n)‖β ,

où la constante β est égale à la valuation du polynôme p0(x)−k(0). L’erreur de prédiction décrôıt

donc lorsque x est entouré par un nombre croissant de points de plus en plus proches et lorsque

la régularité de la covariance augmente. Les résultats présentés dans les paragraphes suivants sont

cependant nettement plus forts, puisque l’on montre que la décroissance de la variance de l’erreur

est l’ordre de hα, où h est une quantité définie au paragraphe suivant.

Dans la littérature, il est usuel d’introduire une notion de densité d’échantillonnage et de

majorer l’erreur de prédiction en fonction de celle-ci. La ρ-densité d’un échantillonnage S =

{x1, . . . ,xn} autour d’un point x ∈ X est définie (Wu et Schaback, 1993) par

hρ,S(x) = sup
‖x−y‖2≤ρ

min
z∈S

‖y − z‖2 .

Elle permet donc de quantifier la façon dont S couvre une boule de rayon ρ autour de x. Pour

quantifier la qualité de l’approximation en un point x, il est pertinent de s’intéresser à l’ensemble

des échantillonnages S tels que

hρ,S(x) ≤ hρ,d,

où hρ,d dépend de ρ et la dimension de l’espace des facteurs. Par conséquent, le paramètre d’échelle

hρ,d peut servir à quantifier la qualité de l’approximation en terme de densité de points autour

de x. Dans les bornes d’erreurs présentées ci-dessous, la dimension de l’espace des facteurs joue

un rôle important. Typiquement, la rapidité de décroissance de l’erreur avec le nombre de points

observés dans un voisinage de x diminue lorsque la dimension d augmente.

Ce fait s’explique notamment par le phénomène portant le nom de concentration de la mesure.

Par exemple, si l’on tire des points avec une densité uniforme dans une boule de dimension d
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élevée, ceux-ci auront tendance à s’accumuler près de la surface de la boule au sens de la distance

euclidienne. Si l’on tire aléatoirement et uniformément des points dans un ensemble X borné, il

faut, quand d augmente, de plus en plus de tirages pour s’approcher d’un point quelconque x de

X parce que les distances euclidiennes entre les points augmentent, comme le montre par exemple

le théorème suivant (l’écart type de la norme d’un vecteur aléatoire à valeurs dans Rd converge

vers une constante lorsque d augmente, alors que sa moyenne augmente proportionnellement à la

racine carrée de d).

Théorème 23. Soit un vecteur aléatoire X à valeurs dans Rd. Sous l’hypothèse que les moments

d’ordre 8 des variables X[i], i = 1, . . . , d, existent et soient finis,

E[‖X‖2] =
√
ad− b+ O(1/d) ,

Var[‖X‖2] = b+ O(1/
√
d) ,

où a et b sont des paramètres qui dépendent uiquement des moments centrés d’ordre 1, 2, 3 et 4

des X[i].

Démonstration. Voir (Demartines, 1994).

Un autre phénomène rend la prédiction difficile en dimension élevée. Étant donné un point x

quelconque du domaine X, sous certaines conditions que nous ne précisons pas, (Dn
max−Dn

min)/D
n
min

tend en probabilité vers zéro quand d tend vers l’infini, où Dn
min et Dn

max sont les plus petite et plus

grande distances euclidiennes de x à un ensemble S de n points distribués aléatoirement dans X

(Beyer et al., 1999 ; Aggarwal et al., 2001). Autrement dit, lorsque la dimension de l’espace des

facteurs augmente, la différence entre la plus grande et la plus petite distance à un point x crôıt

moins rapidement que la plus petite distance. Par conséquent, la notion de plus proche voisin de-

vient moins pertinente en grande dimension. Par suite, le principe consistant à prédire en fonction

des valeurs prises par les observations les plus proches (l’un des fondements de la géostatistique)

devient également moins pertinent. Nous constaterons expérimentalement ce phénomène dans la

section 6.4.2.

Théorème 24. Soient une fonction f∗ de H l(X), X ∈ Rd, et la Dl-spline f̂ qui interpole f∗ sur

un ensemble S de X̄ en minimisant ‖Dlf‖L2(Rd)
1. L’erreur d’estimation f∗ − f̂ en fonction de la

distance h = supx∈X infz∈S‖z − x‖2 de S à X est telle que

‖Dr(f∗ − f̂)‖Lp(X) = o(hl−r−(d/2)+(d/p)).

Démonstration. La démonstration, très technique, est présentée dans (Duchon, 1978).

1Dl désigne ici l’opérateur de dérivation d’ordre l et H l(X) l’espace de Sobolev d’ordre l, c’est-à-dire le sous-

espace de L2(X) défini par

Hl(X) = {f ∈ L2(X) tels que Dpf ∈ L2(X) pour 1 ≤ p ≤ l}

et muni du produit scalaire

(f, g)Hl =
l

X

k=0

(Dkf, Dkg)L2 .
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Notons que l’ordre l de l’espace de Sobolev conditionne la régularité de f̂ . Le théorème 24 met

donc en relation la régularité d’une classe de fonctions donnée avec la vitesse de décroissance de

l’erreur d’approximation.

Madych et Nelson (1988, 1990) généralisent le résultat de Duchon aux noyaux conditionnel-

lement positifs. Wu et Schaback (1993) présentent un résultat analogue (et encore un peu plus

général) que nous mentionnons maintenant.

Théorème 25. Soit k(h), h ∈ Rd, un noyau conditionnellement positif d’ordre l, admettant une

transformée de Fourier généralisée k̃, telle que k̃(u) = O(‖u‖−d−s∞) lorsque ‖u‖ → ∞. Sous des

hypothèses que nous ne précisons pas,

|Dr(f∗ − f̂)(x)| = O(hρ,S(x)s∞/2−r)

pour 0 ≤ r ≤ s∞/2.

Démonstration. Une démonstration technique mais relativement accessible est présentée dans (Wu

et Schaback, 1993).

Ces théorèmes (Duchon, 1978 ; Wu et Schaback, 1993) expriment essentiellement les mêmes

propriétés. L’erreur de prédiction d’une fonction ou de ses dérivées diminue lorsque la densité

d’échantillonnage ou la régularité de la covariance augmente, et augmente avec la dimension de

l’espace des facteurs ou avec l’ordre de dérivation. Ces comportements seront vérifiés numérique-

ment dans la section suivante.

Expériences numériques sur la convergence des prédicteurs linéaires

Examinons d’un point de vue numérique l’influence du choix de la covariance sur la décrois-

sance de l’erreur de prédiction. Le protocole expérimental est le suivant. Nous sélectionnons une

covariance isotrope k(h), de variance unité à l’origine.

Phase 1

1. Une séquence finie de points xi, i = 1, . . . , n est tirée aléatoirement, avec une distribution

uniforme sur la boule unité de Rd 2.

2. Le vecteur λ0 des coefficients de la meilleure prédiction linéaire au point 0 est calculé.

3. La variance σ2 de l’erreur de prédiction en ce point est calculée.

Phase 2

1. La phase 1 est répétée N fois pour obtenir une suite σ2
1 , . . . , σ

2
N . N est choisi suffisamment

grand pour que l’histogramme des σ2
i soit stable.

2. Les quantiles à 10% et à 90% de la suite (σn) sont calculés.

Phase 3

2Le choix d’un volume particulier de Rd a des implications non évidentes. Le volume d’un cube de coté 2 en

dimension d est 2d et tend vers l’infini quand la dimension de l’espace augmente. Cependant, le volume de la boule

unité (tangente aux 2d faces du cube précédent) est πp

p!
si d = 2p et 2p+1πp

1.3.5...(2p+1)
si d = 2p + 1 ; il tend donc vers 0

quand la dimension augmente. Les phénomènes en dimension élevée ne sont jamais très intuitifs. Notons toutefois

que quel que soit le volume, les points d’une distribution uniforme ont tendance, en probabilité, à s’accumuler à sa

surface.
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1. La phase 2 est répétée en faisant varier n.

Les figures 5.1 à 5.5 présentent les résultats obtenus. La figure 5.1 représente l’évolution typique

en échelle logarithmique des quantiles à 10% et à 90% de la variance de l’erreur en fonction du

nombre de points. Nous constatons que la pente a tendance à être constante lorsque le régime

asymptotique est atteint. Cela suggère que les bornes polynomiales présentées dans le théorème 25

sont optimales.

Nous constatons que la décroissance de l’erreur prédiction dépend de deux facteurs principa-

lement, à savoir la régularité de la covariance et la dimension de l’espace des facteurs.

Régularité de la covariance. Nous utilisons dans un premier temps la covariance de Matérn

(qui a été présentée dans la section 5.2.2). Ce type de covariance possède trois paramètres, σ2
0 ,

ρ et ν, correspondant respectivement à la variance à l’origine, à la distance caractéristique de

corrélation et à la régularité de la covariance (ν permet d’ajuster la dérivabilité de la covariance à

l’origine). La figure 5.2 montre que la décroissance asymptotique de l’erreur est plus rapide lorsque

la régularité augmente. Nous constatons le même type de résultat, illustré par la figure 5.3, avec des

covariances généralisées polynomiales (l’expérience est menée en regardant la variance de l’erreur

de prédiction du krigeage intrinsèque d’ordre un).

Dimension de l’espace des facteurs. Lorsque la dimension de l’espace augmente, l’erreur de

prédiction augmente pour un nombre de points échantillonnés fixé. La figure 5.4 illustre le fait qu’en

dimension 15, la prédiction utilisant la covariance de Matérn devient complètement inefficace parce

que les points échantillonnés se concentrent à une distance supérieure à la distance caractéristique

de corrélation (la portée). En revanche, la prédiction avec une covariance généralisée polynomiale

est meilleure (voir la figure 5.5) probablement parce que ce type de covariance ne possède pas de

portée.

5.3.2 Consistance avec un modèle incorrect

Soit un processus aléatoire F (x) de moyenne nulle et de covariance k0(x,y). Pour prédire

F (x), nous utilisons cette fois une covariance k1(x,y). L’objectif est de montrer que même si la

covariance est incorrecte, la prédiction reste consistante (sous des hypothèses faibles) lorsque le

nombre d’observations crôıt de manière dense sur un domaine borné de l’espace des facteurs.

Exemple élémentaire

Supposons k1 = γk0 où γ est une constante multiplicative positive. Dans ce cas, les coefficients

λi,x du krigeage calculés avec la covariance k1 sont identiques à ceux calculés avec la covariance k0.

(Il est immédiat en effet de vérifier que la solution du système d’équations linéaires du krigeage

est invariante par multiplication de la covariance par une constante.) La multiplication de la

covariance par une constante n’affecte que la variance de l’erreur de prédiction. Nous devons

cependant distinguer la variance de l’erreur calculée avec la covariance k1 de celle calculée avec la

vraie covariance k0. Puisque les coefficients du krigeage sont inchangés la variance de l’erreur sous

k0 est également inchangée et par conséquent, le prédicteur obtenu avec la covariance incorrecte

possède la même propriété de consistance que celui obtenu à partir de la vraie covariance. En
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Fig. 5.1 – Comportement des quantiles à 10% (trait pointillé) et à 90% (trait continu) des va-

riances d’erreur de prédiction en fonction du nombre de points tirés aléatoirement. L’échelle est

logarithmique selon les deux axes. Expérience en dimension 1. Covariance de Matérn de paramètres

ν = 2.0, ρ = 0.4, σ2
0 = 1.0.
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Fig. 5.2 – Comportement des quantiles à 90% des variances d’erreur de prédiction en fonction du

nombre de points tirés aléatoirement, pour différentes régularités : nous faisons varier le paramètre

ν de la covariance de Matérn en gardant ρ = 0.4 et σ2
0 = 1.0. L’expérience est en dimension 1.

conclusion, certains types d’erreur sur la covariance n’ont aucune influence sur la qualité des

prédictions.

Généralisation

Même si la covariance utilisée n’est pas correcte, nous souhaitons que le prédicteur du krigeage

converge vers F (x) quand le nombre des observations tend vers l’infini. Si F (x) − F̂ (x) converge

vers zéro en moyenne quadratique pour une covariance donnée k1(x,y), il s’agit de chercher des

conditions pour que cette quantité converge aussi vers zéro en moyenne quadratique sous une autre

covariance k0(x,y) (considérée comme la vraie covariance). Notons que les conditions cherchées

sur les covariances k0 et k1 sont plus faibles que celles qu’il faudrait vérifier pour que toute

suite d’éléments convergeant vers zéro en moyenne quadratique sous une covariance converge

également vers zéro sous l’autre. En effet, le meilleur prédicteur linéaire de F (x) possède des

propriétés spécifiques. Cette remarque est justifiée par le résultat suivant, fondé sur la théorie des

distributions.

Lemme 3. Soit k1(h) une covariance continue stationnaire admettant une densité spectrale

dξ(u)/du. Supposons qu’il existe des constantes positives q et C telles que

lim inf
‖u‖→∞

‖u‖q
∥∥∥∥
dξ(u)

du

∥∥∥∥ > C. (5.8)

Soient un domaine compact X de Rd, une suite (xi)i∈N ∈ XN, et un point d’adhérence x de (xi).
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Fig. 5.3 – Comportement des quantiles à 90% des variances d’erreur de prédiction en fonction

du nombre de points tirés aléatoirement pour différentes régularités : nous utilisons un krigeage

intrinsèque d’ordre 1 et des covariances généralisées polynomiales d’ordre zéro et un. Expérience

en dimension 1.
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Fig. 5.4 – Comportement des quantiles à 90% des variances d’erreur de prédiction en fonction

du nombre de points tirés aléatoirement, pour différentes dimensions d de l’espace des facteurs.

Expérience menée avec une covariance de Matérn pour ν = 2.0, ρ = 0.4 et σ2
0 = 1.0.
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Fig. 5.5 – Comportement des quantiles à 90% des variances d’erreur de prédiction en fonction

du nombre de points tirés aléatoirement, pour différentes dimensions de l’espace des facteurs.

Expérience menée avec une covariance généralisée polynomiale |h|3.
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Considérons la mesure à support fini λSn,x =
∑n

i=1 λi,xδxi , où les λi,x sont les coefficients de la

meilleure prédiction linéaire de F (x) à partir des F (xi), i = 1, . . . , n, obtenue avec la covariance

k1. Alors, λSn,x converge au sens faible vers δx dans l’espace des distributions S ′(Rd), où S(Rd)

désigne conventionnellement l’espace des fonctions à décroissance rapide.

Démonstration. Voir Yakowitz et Szidarovszky (1985).

Ce lemme indique que, sous certaines hypothèses, les poids affectés par le prédicteur F̂ (x) aux

variables aléatoires F (xi) se concentrent asymptotiquement autour du point x, lorsque les obser-

vations deviennent denses dans un voisinage de x. Si nous effectuons des expériences numériques,

par exemple avec des covariances de Matérn stationnaires, nous constatons effectivement que les

poids du prédicteur linéaire se concentrent sur les observations les plus proches de x, ce qui est

d’ailleurs le comportement que l’on attend intuitivement. Remarquons que l’hypothèse (5.8) s’ap-

plique aux covariances usuelles, sauf les covariances gaussiennes. Que se passe-t-il lorsqu’on utilise

une covariance gaussienne ? Dans ce cas, nous constaterons numériquement au paragraphe suivant

que δSn,x ne converge pas vers δx (voir la figure 5.8). Concluons cette section par la proposition

suivante (Yakowitz et Szidarovszky, 1985).

Proposition 53. Soit F (x), x ∈ Rd, un processus aléatoire du second ordre, de moyenne nulle, de

covariance k0(x,y) continue et possédant des trajectoires continues avec probabilité 1. Soient un

domaine compact X de Rd, une suite (xi) ∈ XN, et un point d’adhérence x de (xi). Soit k1(x,y)

une seconde covariance continue satisfaisant la condition (5.8). Alors le prédicteur linéaire F̂n(x)

de F (x) à partir des F (xi), i = 1, . . . , n, optimal sous la covariance k1(x,y) est consistant.

Démonstration (différente de celle de Yakowitz et Szidarovszky (1985)). Soit F (ω,x) une trajec-

toire quelconque. Montrons que F̂n(ω,x) = 〈λSn,x, F (ω,x)〉 tend vers F (ω,x) lorsque n tend

vers l’infini. Soit f̃ une fonction de Cc(R
d), l’espace des fonctions continues à support compact,

cöıncidant avec F (ω,x) sur X. Comme S(Rd) est dense dans Cc(R
d), on a d’après le lemme 3

limn→∞ F̂n(ω,x) = limn→∞〈λSn,x, f̃〉 = f̃(x) = F (ω,x).

Cette proposition montre donc qu’une prédiction linéaire est consistante pour n’importe quel

choix de noyau satisfaisant la condition (5.8). Cela signifie-t-il que l’on ne devrait pas se préoc-

cuper du noyau utilisé ? En pratique, on constate effectivement que le choix du noyau n’est pas

fondamental lorsque l’on dispose de beaucoup d’observations. Il vaut alors mieux privilégier des

noyaux conduisant à des algorithmes de prédiction rapide, comme par exemple des noyaux à sup-

port compact. Cependant, lorsque l’on construit un modèle bôıte noire d’un système en dimension

élevée, il est rare de disposer d’un nombre de données suffisamment important pour que ceci soit

vrai. Dans la plupart des applications, les variances des erreurs de prédiction ne sont pas négli-

geables. Il est alors essentiel d’obtenir des prédicteurs optimaux, et donc de ne pas sous-évaluer

l’importance du choix du noyau.

Inconsistances numériques

Nous présentons une série d’expériences montrant que l’utilisation d’une covariance gaussienne

peut conduire à des prédictions peu satisfaisantes en terme de consistance. Soit un processus

aléatoire gaussien F (x), x ∈ R, de moyenne nulle et de covariance stationnaire k0(h), où k0(h)
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est une fonction de Matérn. Ici, nous prenons ν = 2, ce qui implique que la covariance est quatre

fois continûment dérivable. Les autres paramètres sont arbitrairement choisis unitaires. Soit une

seconde covariance stationnaire k1(h) = σ2
0 exp(−(h/ρ)2) (covariance dite gaussienne). Ces deux

covariances sont représentées à la figure 5.6. La covariance k1 est utilisée pour prédire F (x). La

figure 5.7 montre un résultat surprenant : la prédiction obtenue ne se comporte pas comme une

interpolation. Plus précisément, les valeurs prédites sont éloignées des valeurs observées alors que

l’échantillonnage est dense par rapport à la distance caractéristique des variations de F (x). Les

résultats suivants suggèrent que ce phénomène est lié au conditionnement numérique de la matrice

de covariance issue de k1, qui n’est pas favorable en raison de l’échantillonnage choisi. Ajoutons à

la covariance k1(h) une composante de bruit blanc, ou suivant la terminologie des géostatisticiens

un effet de pépite, de sorte que

k1(h) = σ2
0 exp

(
−
(
h

ρ

)2)
+ εδ(h) , (5.9)

où la fonction δ(h) = 1 en h = 0 et vaut zéro ailleurs. En utilisant k1(h) pour prédire F (0) et en

faisant varier ε, regardons les variances sous les modèles k0 et k1 de l’erreur de prédiction. D’après

les résultats présentés dans la table 5.1, la matrice de covariance gaussienne est mal conditionnée

lorsque ε est petit. La variance d’erreur sous le modèle k1 décrôıt très rapidement avec N pour

atteindre la variance ε du bruit. La variance sous le vrai modèle k0 tend à décrôıtre lorsque

N augmente mais reste importante quelle que soit la valeur de ε, ce qui explique les résultats

de la figure 5.7. La prédiction est numériquement inconsistante. On pourrait même parler d’un

phénomène d’amplification du bruit du fait de l’utilisation de la covariance gaussienne à la place de

la covariance de Matérn. La figure 5.8 représente le vecteur λ0 en fonction des points échantillonnés

pour ε = 10−12. Nous constatons que la prédiction réalise un moyennage des valeurs observées sur

un voisinage largement étendu autour du point zéro. Cela met en évidence le fait que la prédiction

n’est pas consistante. Si elle l’était, on devrait en effet constater que la valeur prédite est une

moyenne des observations les plus proches lorsque le bruit est négligeable.

5.3.3 Notion d’efficacité asymptotique

Dans une série d’articles (Stein, 1988, 1990a,b), M.L. Stein introduit et étudie la notion d’ef-

ficacité asymptotique. L’objectif est de comparer les vitesses de décroissance asymptotique des

erreurs de prédiction lorsque la densité des observations augmente et que l’on utilise une cova-

riance incorrecte. Les résultats obtenus montrent que la notion d’efficacité asymptotique est liée

à une notion de compatibilité entre les covariances en jeu.

Compatibilité entre covariances

Définition 39. Soit F (x), x ∈ X, un processus aléatoire du second ordre, de moyenne m0(x)

et de covariance k0(x,y) continues. Soit m1(x) et k1(x,y) une autre structure de second ordre.

ei(F (x), n) = F (x)−F̂ in(x) désigne l’erreur de prédiction linéaire optimale de F (x) en fonction des

variables aléatoires F (x1), . . . , F (xn), calculée sous le modèle du second ordre (mi, ki), i ∈ {0, 1}.
E0 désigne l’espérance sous le modèle (m0, k0). Soient (xi)i∈N une suite de X, et x un point

d’adhérence de cette suite. Le prédicteur linéaire optimal F̂ 1
n(x) calculé sous (m1, k1) à partir des
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Fig. 5.6 – Covariances de Matérn (en trait discontinu) et gaussienne (en trait plein).
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Fig. 5.7 – Une réalisation de F (x) est simulée sur l’intervalle [−1, 1] en choisissant un échantillon-

nage régulier xi = (2/n) · (i− n/2), i = 1, . . . , n. Les observations simulées sont représentées par

des carrés reliés en trait plein. Les valeurs de F (x) entre les échantillons observés sont prédites

aux points xi+1+xi

2 à l’aide la covariance gaussienne. Les valeurs prédites sont représentées par

des croix reliées en trait discontinu. Sur la figure de gauche, n = 40. Le conditionnement de la

matrice de covariance est de l’ordre de 1019. Sur la figure de droite, n = 500 (l’échantillonnage est

plus dense mais nous avons utilisé la même simulation que dans le cas n = 40). Pour n = 500, le

conditionnement de la matrice de covariance est de l’ordre de 1020. Nous constatons dans les deux

cas que les valeurs prédites sont aberrantes pour une interpolation.
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ε = 10−16

n = 10 n = 25 n = 50 n = 100

1.1 · 109 2.0 · 1018 3.1 · 1018 2.7 · 1019

1.7 · 10−11 2.2 · 10−16 1.5 · 10−15 4.4 · 10−16

1.8 · 10−3 2.5 · 10−4 2.5 · 10−4 2.5 · 10−4

ε = 10−12

n = 10 n = 25 n = 50 n = 100 n = 200 n = 400 n = 800

1.1 · 109 1.6 · 1013 3.2 · 1013 6.5 · 1013 1.4 · 1014 3.0 · 1014 9.5 · 1014

1.9 · 10−11 1.4 · 10−12 1.2 · 10−12 1.1 · 10−12 1.0 · 10−12 1.0 · 10−12 1.0 · 10−12

1.8 · 10−3 4.5 · 10−4 4.5 · 10−4 4.4 · 10−4 4.2 · 10−4 4.1 · 10−4 3.9 · 10−4

ε = 10−10

n = 10 n = 25 n = 50 n = 100 n = 200 n = 400 n = 800

1.1 · 109 1.6 · 1011 3.2 · 1011 6.5 · 1011 1.3 · 1012 2.6 · 1012 5.2 · 1012

2.0 · 10−10 1.3 · 10−10 1.2 · 10−10 1.1 · 10−10 1.0 · 10−10 1.0 · 10−10 1.0 · 10−10

1.8 · 10−3 7.6 · 10−4 7.3 · 10−4 6.7 · 10−4 6.1 · 10−4 5.5 · 10−4 5.0 · 10−4

Tab. 5.1 – Trois tableaux présentant le conditionnement de la matrice de covariance (première

ligne), et les variances d’erreur de prédiction au point 0 calculées sous la covariance k1 (deuxième

ligne) et k0 (troisième ligne). Nous faisons varier le nombre n de points utilisés pour la prédiction

ainsi que ε ( ε = 10−16 dans le premier tableau, ε = 10−12 dans le deuxième, ε = 10−10 dans le

dernier). La variance d’erreur de prédiction calculée sous k1 tend vers ε lorsque n → ∞ mais la

variance d’erreur sous k0 est très supérieure en raison du mauvais conditionnement des matrices

de covariance

-0.02

-0.01

 0

 0.01

 0.02

 0.03

 0.04

 0.05

-1 -0.5  0  0.5  1

Fig. 5.8 – Coefficients du krigeage λi,0 en fonction des points d’observation xi ∈ [−1, 1], i =

1, . . . , 200. ε = 10−12. Remarque :
∑

i λi,0 = 1
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variables aléatoires F (x1), . . . , F (xn) est dit asymptotiquement efficace si

lim
n→∞

E0[e1(F (x), n)2]

E0[e0(F (x), n)2]
= 1 , (5.10)

Par la suite, nous supposons les moyennes nulles et regardons seulement l’influence de la

covariance. Les notions d’équivalence et d’orthogonalité de mesures sont fondamentales pour définir

la notion de compatibilité entre covariances.

Définition 40. Soit P0 et P1 deux mesures de probabilité sur une σ-algèbre A. Si P1(B) = 0

pour tout B ∈ B tel que P0(B) = 0, P1 est absolument continue par rapport à P0, et nous écrivons

alors P0 ≤ P1. P0 et P1 sont équivalentes si P1 ≤ P0 et P0 ≤ P1, et nous écrivons alors P0 ≡ P1.

P0 et P1 sont mutuellement singulières ou bien orthogonales, s’il existe deux ensembles disjoints

B0, B1 ∈ A tels que P0 soit portée par B0 (P0(B0) = 1) et P1 soit portée par B1 (P1(B1) = 1), et

nous écrivons alors P0 ⊥ P1.

Si deux variables aléatoires suivent des lois P0 et P1 telles que P0 ⊥ P1, il existe un événement

de A permettant de déterminer avec certitude quelle variable aléatoire a été observée.

Par la suite, X est un domaine borné de Rd. Soit F (ω,x), x ∈ X, un processus aléatoire

gaussien défini sur l’espace de probabilités (Ω,A,P0). P0 est alors une probabilité gaussienne

sur la σ-algèbre σ(F (X)). Soit P1 une autre probabilité gaussienne définie sur σ(F (X)). Comme

un processus aléatoire gaussien est uniquement déterminé par sa structure du second ordre, les

mesures de probabilité gaussiennes P0 et P1 sont déterminées sur σ(F (X)) par des structures

(m0(x), k0(x,y)) et (m1(x), k1(x,y)). Si P0 ⊥ P1, comment décrire explicitement les événements

disjoints B0 et B1, supports des mesures P0 et P1 ? (Ibragimov et Rozanov, 1978) montre que

P0 ⊥ P1 s’il existe une suite d’évènements B1, B2, . . . ∈ A telle que

lim
n→∞

P0(Bn) = 0 et lim
n→∞

P1(Bn) = 1 (5.11)

Ce résultat sert à caractériser l’orthogonalité en termes des structures du second ordre possibles

de F (x). S’il existe une suite F (λn) =
∑ln
i=1 λi,nF (xi,n) telle que

lim
n→∞

Var1[F (λn)]

Var0[F (λn)]
= 0 (ou ∞),

ou encore

lim
n→∞

E1[F (λn)] − E0[F (λn)]

Var0[F (λn)]
= ∞,

alors la propriété (5.11) permet d’établir P0 ⊥ P1 (Ibragimov et Rozanov, 1978). Par exemple, si

F (x) est stationnaire et dérivable en moyenne quadratique sous k0 mais pas sous k1, limxn→x Var[(F (x)−
F (xn))/‖x−xn‖] est finie sous k0 mais infinie sous k1, ce qui implique P0 ⊥ P1. Nous présentons

ci-dessous la notion de compatibilité entre covariances introduite par M.L. Stein.

Définition 41. Deux covariances k0 et k1 sont compatibles sur X si les mesures de probabilité

gaussiennes correspondantes aux structures du second ordre (0, k0) et (0, k1) sont équivalentes.

Deux probabilités gaussiennes sont équivalentes ou orthogonales (Ibragimov et Rozanov, 1978).

Par conséquent, dans le cas gaussien, les conditions suffisantes d’orthogonalité sont des conditions
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nécessaires d’équivalence. Ainsi, si deux covariances stationnaires ont des ordres de dérivabilité

différents, elles ne peuvent pas être compatibles. Il est assez difficile d’établir des conditions suf-

fisantes pour garantir la compatibilité de deux covariances sur un domaine X donné (voir à ce

propos la discussion dans (Stein, 1999)). Certaines ont été données dans (Ibragimov et Rozanov,

1978). Nous nous contenterons de retenir le concept intuitif suivant : pour deux covariances soient

compatibles, il faut qu’elles se comportent de la même façon à l’origine, ce que nous vérifions plus

loin à l’aide d’expériences numériques.

Résultat principal

Soit F (ω,x), ω ∈ Ω, x ∈ Rd, un processus aléatoire gaussien de moyenne nulle (pour simplifier)

et de covariance k0(x,y). Remarquons que F (x) est généralement défini sur Rd mais le résultat

établi par M.L. Stein concerne un domaine d’étude borné X ⊂ Rd. Notons H0 l’espace généré par

F (x) lorsque x parcourt X borné, complété par rapport au produit scalaire k0. Notons également

S0 la σ-algèbre engendrée sur Ω par les éléments de H0. Supposons qu’il existe une suite de

variables aléatoires linéairement indépendantes (F (xi))i∈N, dense dans H0. Notons H0,n le sous-

espace vectoriel vect{F (xi), i = 1, . . . , n} et H0,−n le sous-espace H0\H0,n. Tout élément X ∈ H0

peut donc s’écrire comme la somme d’un élément X|n de H0,n (le passé) et X|−n de H0,−n (le

futur). Les éléments du passé H0,n engendrent la σ-algèbre S0,n sur Ω, et les éléments de futur

H0,−n engendrent la σ-algèbre S0,−n.

Définition 42. Une probabilité P est prédictive sur (Ω,S) si pour tout n ≥ 1, il existe une

probabilité conditionnelle P−n sur le futur H−n étant donné le passé. Plus précisément, il existe

une fonction P−n(X|n)(B), où X|n ∈ Hn et B ∈ S−n avec les propriétés suivantes :

– P−n(X|n)(B) est Sn-mesurable pour B fixé ;

– P−n(X|n(ω))(B) est une probabilité de distribution sur S−n lorsque ω est fixé ;

– pour toute variable aléatoire X ∈ H0,

∫
XdP =

∫

ω

(∫

ω′

XdP−n(X|n(ω))(ω′)

)
dPn(ω) ,

où Pn est la probabilité marginale de P sur Sn.

Le résultat principal de M.L. Stein sur l’efficacité asymptotique est une conséquence du théo-

rème fondamental suivant :

Théorème 26 («Main Theorem » de Blackwell et Dubins). Soit P0 une probabilité pré-

dictive. Considérons une probabilité P1 absolument continue par rapport à P0. Alors pour toute

probabilité P0,−n sur le futur conditionnellement au passé, il existe une probabilité conditionnelle

P1,−n définie par rapport à P1, telle qu’à l’exception d’un sous-ensemble de Ω de P1-probabilité

nulle, la distance3 entre P0,−n et P1,−n converge vers 0 quand n tend vers l’infini.

Démonstration. Voir (Blackwell et Dubins, 1962).

3La distance entre deux probabilités P0 et P1 est définie ici comme le supB |P1(B) − P0(B)|
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Théorème 27 (Efficacité asymptotique, (Stein, 1990a,b, 1999)). Soient k0 et k1 deux

covariances compatibles. Notons que H0,−n est tel que ∀X ∈ H0,−n, E0[e0(X,n)2] > 0. Alors

lim
n→∞

sup
X∈H0,−n

∣∣∣∣
E1[e0(X,n)2]−E0[e0(X,n)2]

E0[e0(X,n)2]

∣∣∣∣ = 0 (5.12)

lim
n→∞

sup
X∈H0,−n

∣∣∣∣
E0[e1(X,n)2]−E1[e1(X,n)2]

E1[e1(X,n)2]

∣∣∣∣ = 0 (5.13)

lim
n→∞

sup
X∈H0,−n

E0[e1(X,n)2]−E0[e0(X,n)2]
E0[e0(X,n)2] = 0 (5.14)

lim
n→∞

sup
X∈H0,−n

E1[e0(X,n)2]−E1[e1(X,n)2]
E1[e1(X,n)2] = 0 (5.15)

Notons que (5.14) est équivalente à

lim
n→∞

sup
X∈H0,−n

E0[e1(X,n)2]

E0[e0(X,n)2]
= 1 ,

qui implique la propriété d’efficacité asymptotique définie ci-dessus en prenant X = F (x).

Démonstration partielle. L’application du théorème de Blackwell et Dubins implique que

P1

{
lim
n→∞

sup
X∈H0,s∈R

∣∣P0,−n(X|n){X|−n ≤ s} − P1,−n(X|n){X|−n ≤ s}
∣∣ = 0

}
= 1 (5.16)

En utilisant le fait que la distribution de X est gaussienne aussi bien sous P0 que sous P1, il est

possible de montrer que (5.16) est vérifiée si et seulement si

lim
n→∞

sup
X∈H0,−n

Var0[X | S0,n]

Var1[X | S0,n]
= 0 (5.17)

et

lim
n→∞

sup
X∈H0,−n

E1[(E0[X | S0,n] − E1[X | S0,n])2]

Var1[X | S0,n]
= 0 . (5.18)

En prenant X = e0(X,n) dans (5.18), on obtient,

lim
n→∞

sup
X∈H0,−n

E1[(e0(X,n) − e1(X,n))2]

E1[e1(X,n)2]
= 0 ,

ce qui démontre (5.13). En combinant (5.18) et (5.16), on obtient

lim
n→∞

sup
X∈H0,−n

E0[e0(X,n)2] − E1[e1(X,n)2]

E1[e0(X,n)2]
= 0 . (5.19)

Le message que nous pouvons retenir est donc le suivant. Si les observations deviennent asymp-

totiquement denses sur le domaine d’étude, il est inutile de distinguer deux covariances compatibles

pour effectuer une prédiction linéaire optimale. Si nous ajoutons que la notion de compatibilité

porte approximativement sur le comportement de la covariance à l’origine et sur sa régularité,
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nous pouvons dire qu’il est important de bien estimer la régularité de la covariance et d’utili-

ser des modèles de covariance permettant d’ajuster facilement cette régularité. Par la suite, et

notamment dans les applications, nous avons privilégié l’utilisation des covariances de Matérn

et des covariances généralisées polynomiales. À l’inverse, nous avons évité les covariances expo-

nentielles et gaussiennes, ainsi que d’autres covariances classiques utilisées en géostatistique qui

ne permettent pas l’ajustement de la régularité. Dans la section suivante, nous présentons des

expériences numériques visant à confirmer l’importance de la régularité de la covariance sur les

comportements asymptotiques. Ces expériences sont également intéressantes afin de regarder les

régimes non-asymptotiques.

Expériences numériques

Nous regardons l’influence d’un choix incorrect de covariance sur la variance de l’erreur de

prédiction d’un point de vue numérique. Les résultats sont présentés dans les figures 5.9 à 5.14.

Le protocole expérimental est le suivant. (Seul le cas d’espace des facteurs de dimension un sera

considéré ici.) Nous notons k0 la vraie covariance et k1 la covariance incorrecte.

Phase 1

1. Tirage aléatoire d’une séquence finie de points xi, i = 1, . . . , n, avec une distribution uniforme

sur l’intervalle [−1, 1].

2. Calcul des vecteurs λ0 et λ1 des coefficients de la meilleure prédiction linéaire au point 0

sous les covariances k0 et k1.

3. Calcul des variances σ2
0 et σ2

1 des erreurs de prédiction sous k0 pour λ0 et λ1.

4. Calcul du rapport d’efficacité κ = σ2
1/σ

2
0 .

Phase 2

1. La phase 1 est répétée N fois pour obtenir une suite κ1, . . . κN . N est choisi suffisamment

grand pour obtenir un histogramme des κi stable.

2. Les quantiles à 10% et à 90% de la suite (κn) sont calculés.

Phase 3

1. La phase 2 est répétée en faisant varier n.

Erreur sur la distance caractéristique de la corrélation. La figure 5.9 décrit l’influence

d’une erreur sur la portée de la covariance (comportement basse fréquence). Asymptotiquement,

on constate qu’une telle erreur est sans conséquence.

Erreur sur la régularité. Les figures 5.10 à 5.14 décrivent l’influence d’une erreur sur le type de

covariance. Asymptotiquement, une telle erreur se révèle sans conséquence quand les covariances

ont la même régularité à l’origine, et seulement dans ce cas.

5.3.4 Conclusions

Nous pouvons tirer de cette étude les conclusions suivantes, classées par ordre d’importance

croissante :
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Fig. 5.9 – Influence de la portée de la covariance ; quantiles à 10% et à 90% du rapport d’effi-

cacité d’erreur de prédiction en fonction du nombre de points tirés aléatoirement. L’échelle est

logarithmique selon l’axe des abscisses. k0 et k1 sont des covariances de Matérn de paramètre

ν0 = ν1 = 2.0. Sur le graphique du haut, ρ0 = 0.3 et ρ1 = 1.0. Sur le graphique du bas, ρ0 = 1.0

et ρ1 = 0.3
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Fig. 5.10 – Influence de la régularité de la covariance ; quantiles à 10% et à 90% du rapport

d’efficacité d’erreur de prédiction en fonction du nombre de points tirés aléatoirement. k0 et k1

sont des covariances de Matérn de paramètre ρ0 = ρ1 = 0.5. Sur le graphique du haut, ν0 = 2.0

et ν1 = 2.5. Sur le graphique du bas ν0 = 2.5 et ν1 = 2.0
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Fig. 5.11 – Influence de la régularité de la covariance ; quantiles à 10% et à 90% du rapport

d’efficacité d’erreur de prédiction en fonction du nombre de points tirés aléatoirement. Sur le

graphique du haut, k0 est une covariance de Matérn (ν0 = 0.5 et ρ0 = 0.5) et k1 est une covariance

exponentielle exp(−1.43(h/0.5)1.8). Sur le graphique du bas, les covariances k0 et k1 échangent

leurs rôles.
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Fig. 5.12 – Influence de la régularité de la covariance ; quantiles à 10% et à 90% du rapport

d’efficacité d’erreur de prédiction en fonction du nombre de points tirés aléatoirement. k0 est

une covariance de Matérn (ν0 = 2.0 et ρ0 = 0.5). Sur le graphique du haut k1 est une covariance

exponentielle exp(−1.43(h/0.5)1.79). Sur le graphique du bas, k1(h) = exp(−1.43(h/0.5)1.97). Bien

que k1 semble très proche de k0, le rapport d’efficacité asymptotique ne tend pas vers un.
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Fig. 5.13 – Influence de la régularité de la covariance ; quantiles à 10% et à 90% du rapport

d’efficacité d’erreur de prédiction en fonction du nombre de points tirés aléatoirement. k0 est

une covariance de Matérn (ν0 = 0.5 et ρ0 = 0.5). Sur le graphique du haut, nous utilisons

la covariance généralisée polynomiale k1(h) = −|h|. Sur le graphique du bas, nous utilisons la

covariance généralisée polynomiale k1(h) = −|h| + |h|3.
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 0.9

 1

 1.1

 1.2

 1.3

 1.4

 1.5

 1.6

 1  10  100  1000

 0.5

 1

 1.5

 2

 2.5

 3

 3.5

 4

 4.5

 5

 5.5

 1  10  100  1000

Fig. 5.14 – Influence de la régularité de la covariance ; quantiles à 10% et à 90% du rapport

d’efficacité d’erreur de prédiction en fonction du nombre de points tirés aléatoirement. k0 est

une covariance de Matérn (ν0 = 1.5 et ρ0 = 0.5). Sur le graphique du haut, nous utilisons

la covariance généralisée polynomiale k1(h) = |h|3. Sur le graphique du bas, nous utilisons la

covariance généralisée polynomiale k1(h) = −|h| + |h|3.
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– une estimation incorrecte de la portée de la covariance n’a asymptotiquement aucune consé-

quence en terme d’efficacité de la prédiction (voir par exemple la figure 5.9) ;

– une estimation incorrecte de la régularité de la covariance provoque asymptotiquement une

perte d’efficacité de la prédiction (voir par exemple les figures 5.10, 5.12 et 5.14) ;

– une estimation incorrecte de la covariance n’a asymptotiquement aucune conséquence, dans

la mesure où la variance d’erreur de prédiction tend vers zéro (sauf en présence de problèmes

numériques, comme dans la figure 5.7) ;

– dans les régimes non asymptotiques, et même en dimension un, les conséquences d’une mau-

vaise estimation de la covariance peuvent être importantes (voir par exemple les figures 5.7,

5.9, 5.11 et 5.13) ;

– l’augmentation de la dimension de l’espace des facteurs implique une augmentation non

négligeable de l’erreur de prédiction (voir par exemple les figures 5.4 et 5.5).

5.4 Analyse des données

L’analyse de l’influence d’un choix incorrect de covariance sur les prédictions linéaires opti-

males a mis en évidence la nécessité de choisir une covariance de manière appropriée. L’objectif

est de déterminer les caractéristiques importantes (régularité, échelle caractéristique de variations,

etc) d’un processus aléatoire susceptible d’avoir généré des observations. L’information contenue

dans les données est nécessairement limitée : les observations sont en nombre fini, donc pas denses

dans le domaine d’étude. Elles peuvent ne pas être uniformément réparties. De plus, elles corres-

pondent souvent à une unique réalisation du processus aléatoire. Il est alors nécessaire de faire

des hypothèses simplificatrices sur le modèle afin de faciliter l’inférence, comme par exemple celle

de la stationnarité du processus ou de ses accroissements, qui permet de palier l’unicité de la

réalisation du processus aléatoire par une forme de « répétition » spatiale. Une autre difficulté

est d’éviter d’introduire dans le modèle des informations qui ne seraient pas contenues dans les

données observées (principe du maximum d’entropie) ou connues a priori. Nous privilégions donc

les covariances possédant un petit nombre de paramètres permettant d’ajuster facilement les ca-

ractéristiques importantes d’un processus aléatoire. Dans les sections suivantes, nous passons en

revue trois grandes familles de procédures d’estimation des paramètres de covariance.

5.4.1 Analyse de la variation des échantillons observés

Généralités sur les variogrammes

Nous avons déjà rencontré la notion de variogramme à plusieurs reprises dans ce mémoire.

Rappelons que si F (x) est un processus aléatoire de moyenne constante et si la variance des

accroissements de F (x) ne dépend que des différences x − y, c’est-à-dire si on peut écrire

Var[F (x) − F (y)] = 2γ(x− y) ,

alors F (x) est intrinsèquement stationnaire. Cette notion est plus faible que la notion de sta-

tionnarité au second ordre, comme nous l’avons vu au chapitre 4. La fonction γ(h) s’appelle

variogramme (le terme exact est semi-variogramme). Si F (x) est stationnaire au second ordre et
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admet la covariance k(h) alors

γ(h) = k(0) − k(h) .

Inversement, supposons que l’on souhaite trouver la fonction de covariance à partir du vario-

gramme. Dans le cas d’un processus aléatoire stationnaire ergodique4, il suffit de remarquer

que k(h) tend vers zéro lorsque ‖h‖ tend vers l’infini (une conséquence du lemme de Lebesgue-

Riemann). Par conséquent, k(0) s’obtient comme la limite de γ(h) quand ‖h‖ tend vers l’infini.

Cependant, si le processus aléatoire est intrinsèquement stationnaire, la limite du variogramme

n’est pas nécessairement définie lorsque ‖h‖ tend vers l’infini. Si elle n’est pas définie, F (x) n’est

pas un processus stationnaire.

Le variogramme à l’origine comporte les mêmes informations sur la régularité du processus

aléatoire que la covariance à l’origine. Lorsque l’on s’intéresse à la sortie d’un système, il faut

prendre en compte la présence éventuelle d’un bruit d’observation. Nous avons vu qu’il pouvait être

utile de modéliser ce bruit d’observation par un effet de pépite, ou bruit « blanc » structurel. Quatre

grands types de propriétés du variogramme des observations méritent un examen particulier :

– une discontinuité à l’origine traduit la présence d’un bruit d’observation, avec une amplitude

qui correspond à la variance du bruit ;

– la pente à l’origine est caractéristique de la régularité de la sortie du système ;

– il existe souvent une distance de décorrélation caractéristique, appelée la portée, au delà de

laquelle le variogramme devient approximativement constant ;

– la valeur maximale du variogramme correspond à la variance des observations.

La figure 5.15 illustre ces propriétés.

Méthodes d’estimation des paramètres fondées sur le variogramme

En géostatistique, la méthode d’estimation de la covariance la plus utilisée consiste à ajuster

les paramètres d’une covariance admissible (Matérn, gaussienne, etc.) pour optimiser un critère

d’adéquation à un variogramme empirique construit à partir des données observées.

Estimation d’un variogramme. Les variogrammes empiriques sont construits à partir d’une

estimation de la variance des accroissements

2γ̂(h) = Varestim
{
F obs(xi) − F obs(xj) , i > j, h ≤ d(xi,xj) < h+ ∆h

}
.

Le paramètre ∆h s’ajuste expérimentalement en fonction du nombre de données observées et

de leur densité. Les estimateurs classiques (biaisés ou non) de la variance peuvent être utilisés.

Typiquement, si l’on considère n variables aléatoires Xi de moyenne nulle, l’estimateur standard

(aussi appelé empirique) de la variance est

Varestim{Xi, i = 1, . . . , n} =
1

n− 1

n∑

i=1

X2
i . (5.20)

Les estimateurs robustes classiques peuvent également être utilisés, comme ceux utilisant les quan-

tiles (la médiane notamment). Si les Xi sont des variables aléatoires gaussiennes de variance σ2,

4Il s’agit d’une condition suffisante qui n’est pas nécessaire.
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Fig. 5.15 – Propriétés d’un variogramme ; (a) illustration de la notion de portée ; (b) illustration

de l’effet de pépite.
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les X2
i /σ

2 suivent une loi χ2
1. Il en résulte que les quantiles sont proportionnels à la variance σ2.

Un autre estimateur possible de la variance est ainsi

Varestim{Xi, i = 1, . . . , n} =
1

0.457
mediane{X2

i , i = 1, . . . , n} .

D’autres formes sont également conseillées dans la littérature géostatistique, comme celle proposée

par Cressie et Hawkins (1980) :

Varestim{Xi, i = 1, . . . , n} =
1

0.457 + 0.494/n

{
1

n

n∑

i=1

|Xi|1/2
}4

.

Pour un traitement plus général des estimateurs robustes, on pourra se référer à (Huber, 1981).

Estimation d’une covariance paramétrée à partir du variogramme. Ce type de méthode

ne s’applique en pratique qu’à la détermination de covariances paramétrées isotropes kθ(h), où θ

est un vecteur de paramètres. Il s’agit d’estimer le variogramme paramétré γθ(h) = kθ(0)−kθ(h) en

formant seulement des accroissements des données observées. Deux voies peuvent être suivies pour

ajuster un variogramme paramétré. La première consiste à optimiser un critère d’adéquation de γθ

à la nuée variographique, c’est-à-dire à l’ensemble de points
{(

‖xi − xj‖2,
1
2 (fobs

xi
− fobs

xj
)2
)
, i > j

}
.

Nous présentons ici rapidement la seconde possibilité, qui consiste à obtenir une estimée non-

paramétrique du variogramme (paragraphe précédent) et puis à approximer cette estimée par le

variogramme paramétré γθ.

Notons γ̂ le vecteur des valeurs du variogramme empirique aux distances h1, . . . , hN (par l’une

des méthodes décrites ci-dessus) et γ(θ) le vecteur des valeurs du variogramme paramétré aux

distances h1, . . . , hN . Les trois méthodes classiques d’estimation de θ sont

– la méthode des moindres carrés ordinaires (OLS), dans laquelle on minimise

(γ̂ − γ(θ))T(γ̂ − γ(θ)) ;

– la méthode des moindres carrés pondérés (WLS), dans laquelle on minimise

(γ̂ − γ(θ))TW−1
θ (γ̂ − γ(θ)) ,

où Wθ est la matrice diagonale des variances du vecteur γ̂ obtenues en considérant que le

vrai variogramme est γθ(h) ;

– la méthode des moindres carrés généralisés (GLS), dans laquelle on minimise

(γ̂ − γ(θ))TV −1
θ (γ̂ − γ(θ)) ,

où Vθ est la matrice de covariance du vecteur γ̂ en considérant que le vrai variogramme est

γθ(h).

Les estimateurs OLS, WLS et GLS ont une efficacité croissante mais une facilité d’utilisation

décroissante. Plus précisément, l’estimateur OLS requiert l’utilisation d’un algorithme de moindres

carrés non-linéaire mais les estimateurs WLS et GLS nécessitent de déterminer en plus les matrices

Wθ et Vθ. En pratique, la variance des éléments du vecteur γ̂ est approximée par

Var[γ̂(h)] ≈ 8γ2(h)

n
(5.21)
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où n est le nombre d’échantillons dans l’estimateur de la variance (par exemple dans (5.20)).

Notons que l’approximation (5.21) s’obtient à partir de (5.20) et de la relation vérifiée lorsque

F (x) est gaussien :

Var[
1

2
(F (x + h) − F (x))2] = 2γ(‖h‖)2 .

On trouve alors une approximation du critère de l’estimateur WLS (Cressie, 1993) sous la forme

∑

j

nhj

(
γ̂j

γθ(hj)
− 1

)2

,

où nhj est le nombre d’accroissements utilisés pour estimer le variogramme à la distance hj .

5.4.2 Validation croisée

Dans le cadre des méthodes de régression régularisée à noyau reproduisant, les méthodes de

validation croisée sont souvent utilisées. Wahba (1990) consacre un chapitre sur l’estimation du

paramètre réglant le compromis entre fidélité aux données et régularité des régressions par splines.

Rappelons très brièvement le principe. Étant donné un ensemble S de n observations, on

s’intéresse à l’influence de la suppression d’une observation sur la fonction d’attache aux données

(en anglais, on parle d’une méthode leave-one-out). Plus précisément, en notant f̂S l’approximation

obtenue en utilisant toutes les données et f̂S\k celle obtenue en supprimant l’observation k, on

s’intéresse au critère

V0(θ) =

n∑

i=1

(
fobs

xi
− f̂S\i(xi)

)2

qui dépend du vecteur θ des paramètres de la régression (paramètres du noyau, bruit d’observation,

etc.). La méthode de validation croisée ordinaire consiste à choisir le minimiseur θ̂ de V0(θ).

Autrement dit, le critère consiste à retenir les paramètres du modèle minimisant une estimée

de l’erreur de prédiction sur la base des données observées. Il est possible de décliner l’idée du

leave-one-out en calculant l’erreur de prédiction sur plusieurs observations simultanément, ou plus

généralement, en partitionnant l’ensemble des données afin de calculer l’erreur de prédiction d’un

sous-ensemble des données à partir d’un autre sous-ensemble des données.

La validation croisée ordinaire possède des défauts qui motivent l’utilisation de la validation

croisée généralisée (Wahba, 1990). D’autres solutions plus avancées ont été proposées, comme

celle de la validation croisée approximée généralisée ou GACV (Wahba, 1998). Certaines de ces

méthodes ont des fondements théoriques pertinents, et en pratique, les méthodes de validation

croisée semblent satisfaisantes (nous n’avons pas utilisé ces méthodes dans notre travail).

5.4.3 Maximum de vraisemblance

Nous trouvons dans (Kitadinis, 1983 ; Mardia et Marshall, 1984 ; Jones et Vecchia, 1993) les

premières propositions d’estimation de la covariance d’un processus aléatoire spatial par maximum

de vraisemblance. Si le processus observé est gaussien, de moyenne connue et de covariance para-

métrée kθ(x,y), il est immédiat d’écrire la vraisemblance des données en fonction des paramètres

de la covariance et par suite, de maximiser cette vraisemblance en fonction de θ. Notons KS(θ) la

matrice de covariance de FS = [F (x1), . . . , F (xn)]
T et KN (θ′) la matrice de covariance du vecteur
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aléatoire N du bruit d’observation, supposé gaussien, de moyenne nulle et de covariance dépendant

d’un vecteur de paramètres θ′. Pour simplifier, posons θ̄ = (θT,θ′T)T et K(θ̄) = KS(θ)+KN (θ′).

Le vecteur aléatoire F obs = FS + N admet la densité de probabilité

p(fobs | θ̄) =
1

(2π)n/2(det K(θ̄))1/2
exp

(
−1

2
fobsTK(θ̄)−1fobs

)
.

Par conséquent, la log–vraisemblance s’écrit

L(fobs, θ̄) = −n
2

log 2π − 1

2
log det K(θ̄) − 1

2
fobsTK(θ̄)−1fobs . (5.22)

(Nous avons déjà rencontré cette expression dans la section 3.6.2.) La log–vraisemblance se maxi-

mise numériquement à l’aide d’algorithmes de programmation non-linéaire. Nous pouvons éva-

luer (5.22) via la décomposition de Cholesky CCT de la matrice de covariance K(θ̄), où C est

une matrice triangulaire inférieure (une telle décomposition existe si la matrice de covariance est

positive (Ciarlet, 1998)). Le déterminant de K(θ̄) s’obtient alors comme le produit des éléments

diagonaux de C au carré. Le calcul de K(θ̄)−1fobs s’effectue en résolvant le système linéaire

CCTu = fobs ce qui peut se faire en exploitant la structure triangulaire de C.

Pour faciliter la maximisation de la vraisemblance, il est souvent nécessaire d’évaluer le gradient

de la log–vraisemblance (5.22). Ce gradient s’obtient analytiquement par

−2
∂L(fobs, θ̄)

∂θ̄
= tr

[
K(θ̄)−1 ∂K(θ̄)

∂θ̄

]
− (K(θ̄)−1fobs)T

∂K(θ̄)

∂θ̄
(K(θ̄)−1fobs) ,

ce qui nécessite d’inverser explicitement la matrice K(θ̄) et d’être capable de dériver la covariance

par rapport aux paramètres5.

Rappelons quelques concepts classiques. Pour alléger par la suite, nous utiliserons la notation
∂

∂θ̄
= ∂θ̄.

Définition 43. Supposons la densité p(f | θ̄) dérivable par rapport à θ̄. Le score, noté Vθ̄(F obs),

est le vecteur aléatoire définie par

Vθ̄(F obs) = ∂θ̄ log p(F obs | θ̄) =
∂θ̄p(F

obs | θ̄)

p(F obs | θ̄)
.

Le score représente la dépendance de la vraisemblance vis-à-vis des paramètres qui forment le

vecteur θ̄. Dans la procédure du maximum de vraisemblance, cette quantité s’interprète comme

la dépendance des paramètres estimés vis-à-vis des données observées.

Proposition 54.

Ep(f |θ̄)[Vθ̄(F obs)] = 0 . (5.23)

Démonstration. Sans difficulté.

L’interprétation classique de (5.23) est que l’estimateur du maximum de vraisemblance est

généralement non-biaisé : en moyenne, le « vrai » paramètre θ̄ maximise la (log–)vraisemblance.

Toutefois, la fonction de vraisemblance des données peut ne pas être unimodale en fonction des

paramètres.

5Lorsque la covariance ne se dérive pas facilement, des méthodes de différentiation automatique peuvent être

envisagées. Nous n’avons cependant pas eu le temps de mettre en œuvre cette démarche dans notre travail.
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Définition 44. La matrice d’information de Fisher, notée Iθ̄, est la matrice de covariance du

score définie par

Iθ̄,[i,j] = Ep(f |θ̄)

[
∂θ̄[i]

log p(F obs | θ̄) · ∂θ̄[j]
log p(F obs | θ̄)

]

Proposition 55. Iθ̄ est telle que

Iθ̄,[i,j] = −Ep(f |θ̄)

[
∂2

θ̄[i],θ̄[j]
log p(F obs | θ̄)

]
.

Démonstration. Sans difficulté.

L’estimateur ˆ̄θ est un vecteur aléatoire, en tant que fonction de F obs. Notons Bˆ̄θ
la matrice

de covariance de ˆ̄θ définie par

Bˆ̄θ,[i,j]
= Ep(f |θ̄)

[(
ˆ̄θ[i] − Ep(f |θ̄)[

ˆ̄θ[i]]
)(

ˆ̄θ[j] − Ep(f |θ̄)[
ˆ̄θ[j]]

)]
.

La borne inférieure de la variance d’un estimateur non biaisé ˆ̄θ est établie grâce au théorème

classique suivant.

Théorème 28 (Borne de Cramér et Rao). Tout estimateur non biaisé ˆ̄θ satisfait la relation

det(Iθ̄Bˆ̄θ
) ≥ 1 .

Démonstration. Ce résultat s’obtient comme conséquence de l’inégalité de Cauchy–Schwarz. Voir

par exemple (Cover et Thomas, 1991).

Définition 45. L’efficacité d’un estimateur θ̄ est définie par e = 1/ det(Iθ̄Bˆ̄θ
). (On a donc e ≤ 1.)

Plus e est proche de 1, plus la variance de l’estimateur est petite. On s’attend souvent à ce

que l’estimateur du maximum de vraisemblance soit asymptotiquement efficace. Il est cependant

difficile d’établir les propriétés de la matrice de covariance B ˆ̄θ
de l’estimateur du maximum de

vraisemblance de données non uniformément échantillonnées6. (Mardia et Marshall, 1984) examine

l’efficacité asymptotique de cet estimateur dans le cas d’observations effectuées sur un domaine

croissant de l’espace des facteurs. Plus précisément, le résultat est établi en considérant un certain

h0 > 0 et une suite de point (xi)i∈N telle que ‖xi − xj‖ ≥ h0, ∀i, j. Les résultats présentés dans

cet article, même s’ils nécessitent des observations sur un domaine non borné, plaident en faveur

de l’utilisation de l’estimateur du maximum de vraisemblance. Même si nous ne sommes pas en

mesure de prouver l’efficacité asymptotique de l’estimateur, il est utile d’évaluer le Hessien de la

fonction de vraisemblance pour le vecteur des paramètres estimé. En regardant les racines carrées

des éléments diagonaux de l’inverse du Hessien, nous pouvons en effet nous faire une idée des

écarts type des erreurs d’estimation sur chacun des paramètres.

6(Schölkopf et Smola, 2002), p. 74, citent un lemme de Murata et al. (1994) semblant fournir une réponse

agréable à ce problème. Cependant, un examen attentif de la preuve montre que le lemme ne s’applique pas parce

qu’il suppose implicitement l’indépendance des données observées (xi,f
obs
xi

) pour utiliser la loi des grands nombres.
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Remarques.

1. Si l’on utilise des algorithmes d’optimisation itératifs locaux, il faut fournir à ces algorithmes

une valeur initiale suffisamment proche de l’optimum car il peut y avoir des optima locaux.

Mentionnons toutefois l’existence d’algorithmes issus de techniques de calcul par intervalles

permettant des optimisations globales (Hansen, 1992).

2. Il faut parfois tenir compte de contraintes (de signe, par exemple) sur les paramètres.

3. Le coût algorithmique de la méthode du maximum de vraisemblance est élevé puisque le

calcul de la vraisemblance est typiquement en O(n3). Le calcul du gradient est en O(n4).

Lorsque n est grand (disons à partir de n = 1000), il est possible d’approximer la vraisem-

blance à l’aide d’algorithmes n’utilisant qu’une partie des données. De tels algorithmes sont

proposés par (Vecchia, 1988 ; Stein et al., 2004) ;

4. L’utilisation d’une méthode efficace d’optimisation est souhaitable. Par exemple, nous utili-

sons

– la méthode du simplexe de Nelder–Mead (optimisation sans contrainte et sans calcul de

gradient),

– les méthodes de type gradient conjugué de Polack–Ribiere (optimisation sans contrainte,

avec calcul du gradient).

5. Il n’est pas facile de comparer le maximum de vraisemblance aux autres approches ; (Zim-

merman et Zimmerman, 1991) compare numériquement le maximum de vraisemblance aux

estimateurs par variogramme ; (Wahba, 1990) développe des arguments théoriques en faveur

des méthodes de validation croisée. Résumons de manière synthétique quelques éléments de

comparaison.

– Le maximum de vraisemblance possède un degré de généralité supérieur aux autres mé-

thodes, puisqu’il permet en principe d’estimer n’importe quelle forme de covariance pa-

ramétrée. D’autre part, le maximum de vraisemblance n’est pas restreint aux processus

gaussiens (la méthode est applicable tant que l’on est capable d’exprimer la loi du vecteur

des observations).

– La forme (5.22) doit en principe être réservée à l’estimation de paramètres de processus

gaussiens. En pratique cependant nous l’utilisons sans nous assurer que les données suivent

une loi gaussienne. Wahba (1990) déconseille l’utilisation du maximum de vraisemblance

en raison de son manque de robustesse vis-à-vis des écarts possibles de la vraie distribution

des données au modèle gaussien. Notons que ce problème s’apparente à celui de l’estimation

robuste d’un paramètre de position (Huber, 1981).

– Le maximum de vraisemblance, permet de comparer différents modèles et d’estimer l’in-

certitude sur les paramètres estimés.

Nous verrons dans la section 5.4.5 l’extension du maximum de vraisemblance au cas de processus

à moyenne inconnue (méthode REML).

5.4.4 Combinaisons linéaires de noyaux

Cette section est une introduction à la méthode que nous proposons dans l’annexe de ce

chapitre. Lorsque la dimension de l’espace des facteurs est faible (un ou deux), le variogramme
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empirique est un outil adapté pour comprendre la structure des données. Cependant, dans des

espaces de facteurs de dimension plus grande ceci devient difficile. Les anisotropies sont par exemple

très difficiles à estimer et le choix d’une covariance paramétrée est empirique (voir par exemple

l’application présentée dans la section 6.4.2). Nous ne pouvons qu’être partiellement satisfaits des

méthodes existantes d’adaptation d’un noyau aux données. L’approche traditionnelle consistant

à sélectionner un noyau paramétré parmi les familles classiques de fonctions de type positif, puis

ajuster les paramètres de ce noyau pour optimiser un critère d’adéquation aux données, nous

semble limitée et trop rigide.

Nous aimerions être capables de construire un noyau à partir des données, par exemple en

combinant plusieurs noyaux possédant chacun des caractéristiques spécifiques simples. Nous pré-

sentons dans l’annexe un algorithme itératif dont l’idée est d’extraire des informations d’un en-

semble d’observations puis de combiner linéairement des noyaux portant ces informations. Dans

les paragraphes suivants, nous donnons seulement les idées principales de cette approche.

Choisir un noyau approprié signifie que les données observées sont admissibles comme échan-

tillons d’une fonction dans l’espace de Hilbert généré par ce noyau. Plus précisément, soient F (x)

un processus aléatoire du second ordre centré et de covariance k(x,y) et kθ(x,y) une famille de

noyaux reproduisants paramétrée par le vecteur θ. Nous considérons aussi les processus aléatoires

gaussiens centrés Fθ associés aux covariances kθ. Posons Φθ(f) = fTK−1KθK−1f , f ∈ Rn. La

statistique Φθ(fobs) s’interprète comme une norme de f obs dans l’espace à noyau reproduisant

kθ(x,y). En effet, la projection orthogonale de F = (F (x1), . . . , F (xn))
T sur l’espace

HSn,θ = span{Fθ(x1), . . . , Fθ(xn)}

est F̂θ = KθK−1F . Par conséquent

f̂θ

T

K−
θ f̂θ = fobsTK−1KθK−1fobs ,

où K−
θ est la matrice pseudo-inverse de Kθ, et f̂θ est la réalisation de F̂θ correspondant à la

réalisation fobs de F . Si f̂θ est un vecteur propre de Kθ, c’est-à-dire, Kθf̂θ = γf̂θ, γ ∈ R,

alors f̂θ

T

K−
θ f̂θ = γ−1‖f̂θ‖2

2. Par suite, les vecteurs propres de Kθ associés à de grandes valeurs

propres γ possèdent des normes petites dans l’espace à noyau reproduisant kθ, et correspondent

corrélativement à des réalisations de Fθ ayant une densité de probabilité grande.

Nous pouvons calculer les statistiques Φθ(fobs) pour différents noyaux kθ et évaluer la présence

des caractéristiques portées par le noyau kθ dans le vecteur des observations. L’objectif est ainsi

de jauger les caractéristiques essentielles du processus aléatoire ayant généré les données. Nous

avons essayé de trouver un algorithme fondé sur ce principe. Les résultats présentés en annexe,

sans être totalement satisfaisants, laissent penser que l’idée est pertinente.

5.4.5 Estimation des paramètres d’une covariance généralisée polyno-

miale

Cette section présente deux méthodes d’estimation des paramètres des covariances généralisées.
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Méthode du variogramme

La méthode présentée dans ce paragraphe pour estimer les paramètres du modèle de la fonction

aléatoire intrinsèque d’ordre l est dérivée de la méthode du variogramme (Delfiner et Matheron,

1980). Nous nous intéressons spécifiquement aux covariances généralisées polynomiales qui s’ex-

priment sous la forme

k(h) = b−1δ(h) +

l∑

p=0

(−1)p+1bp|h|2p+1 . (5.24)

Le premier terme de (5.24) permet de prendre en compte un bruit d’observation. Une méthode

possible pour estimer les paramètres bp, p = −1, . . . , l, est d’estimer statistiquement à partir des

données la variance de la fonction aléatoire intrinsèque (en fait il s’agit plus précisément de la

variance d’une combinaison linéaire de l’un des représentants de l’IRF). Compte tenu, de (5.24),

la variance de FG(λ), avec λ =
∑n

i=1 λiδxi , s’exprime comme

E[FG(λ)2] = b−1

∑

i

λ2
i +

l∑

p=0

(−1)p+1bp
∑

i,j

λi‖xi − xj‖2p+1λj .

Si l’on pose {
T−1 =

∑
i λ

2
i ,

T2p+1 = (−1)p+1
∑

i,j λi‖xi − xj‖2p+1λj ,

cette variance s’écrit

E[FG(λ)2] =

l∑

p=−1

bpT2p+1 ,

où les T2p+1 peuvent être calculés.

Pour déterminer les coefficients bp, l’idée est de construire à partir des observations un grand

nombre d’accroissements ∆m = 〈λmfobs(x)〉 et de minimiser le coût quadratique

Q(b−1, · · · , bl) =
∑

m

[
∆2
m − E[FG(λm)2]

]2

=
∑

m

[
∆2
m −

l∑

p=−1

bpT
m
2p+1

]2

. (5.25)

En pratique, on a toutefois intérêt à privilégier les mesures λm concentrées dans des petits voi-

sinages de l’espace des facteurs parce qu’une connaissance suffisamment précise du comportement

de la covariance généralisée quand h→ 0 est très importante.

Pour ce faire, on peut se servir d’une fonction de coût pondérée :

Q(b−1, · · · , bl) =
∑

m

w2
m

[
∆2
m − E[FG(λm)2]

]2
. (5.26)

Les coefficients de pondération w2
m accordé aux différentes variables FG(λm)2 devraient être égaux

en principe aux inverses de Var[FG(λm)2]. Ces quantités font intervenir les moments d’ordre quatre

de FG(λm). Si FG(λ) est une IRF gaussienne, le moment d’ordre quatre E[FG(λ)4] est égal à

3 E[FG(λ)2]2. Pour l’estimation des coefficients wm, on peut alors envisager une procédure itérative

dans laquelle on utilise les wm calculés en utilisant les estimées des paramètres à l’étape n pour

estimer les paramètres à l’étape n+ 1.
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Maximum de vraisemblance restreint (REML)

L’estimation au sens du méthode du maximum de vraisemblance des caractéristiques d’une

IRF peut être menée selon deux approches. La première consiste à estimer le modèle à partir de

la forme générale des représentants de l’IRF. La seconde consiste à écrire non pas la fonction de

vraisemblance des données observées, mais celle des accroissements (ou accroissements généralisés)

de ces données. La méthode résultante s’appelle méthode du maximum de vraisemblance restreint

(restricted maximum likelihood, abrégé par REML, en anglais). En statistique, ces accroissements

s’appellent des contrastes. Nous présentons cette méthode dans les paragraphes suivants.

Soit FG(λ) une IRF(l) gaussienne. Notons F obs le vecteur aléatoire des observations, corres-

pondant à la somme du vecteur aléatoire FS = (F (x1), . . . , F (xn))
T, où F (x) est un représentant

de FG(λ), et d’un vecteur de bruit d’observation supposé de moyenne nulle. Notons également

PS = (xli

j )q,ni,j=1 la matrice q × n de fonctions de bases de Nl évaluées sur S. Comme Nl est de

dimension q et comme l’espace des mesures à support S est de dimension n, l’espace des mesures

à support S annulant les fonctions de Nl est de dimension n− q. Supposons trouvée une matrice

W de taille n× (n− q) et de rang n− q, telle que

PSW = 0 .

(Les colonnes de W sont dans le noyau de PS .) Notons que les colonnes de W sont donc les

coefficients de mesures à support S,
∑n

j=1 W[i,j]δxj ∈ Λl. Alors Z = W T(FS + N) est un

vecteur aléatoire gaussien à valeurs dans Rn−q, de moyenne nulle et de matrice de covariance

W T(KS(θ) + KN (θ′))W = W TK(θ̄)W , où KS(θ) est la matrice symétrique de covariance gé-

néralisée ayant comme éléments les scalaires kθ(xi−xj) et où KN (θ′) est la matrice de covariance

du bruit d’observation. Le vecteur aléatoire Z est un vecteur de contrastes. La log–vraisemblance

des contrastes s’écrit

L(z, θ̄) = −n− q

2
log 2π − 1

2
log det(W TK(θ̄)W ) − 1

2
zT(W TK(θ̄)W )−1z .

Plusieurs méthodes peuvent être envisagées pour calculer la matrice W . Les approches pro-

posées par (Patterson et Thompson, 1971 ; Harville, 1974 ; Stein, 1999) sont considérées comme

classiques. Nous préférons utiliser la décomposition QR de P T

S

P T

S = (Q1 | Q2)

(
R

0

)
,

où (Q1 | Q2) est une matrice orthogonale de taille n×n et R une matrice triangulaire supérieure de

taille q×q. Il est immédiat de vérifier que les colonnes de la matrice Q2 forment une base du noyau

de PS et nous pouvons donc choisir W = Q2. Notons que W TW = In−q . Le coût algorithmique

du calcul de la vraisemblance est dominé par celui du calcul de W TK(θ̄)W . Nous avons trouvé

que l’approche QR était conceptuellement très satisfaisante et numériquement moins sensible aux

problèmes de conditionnement de la matrice de covariance que les méthodes mentionnées dans la

littérature.
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5.5 Conclusions

Le choix d’un noyau ou d’une covariance de processus aléatoire permet de traduire l’hypothèse

que la sortie du système appartient à un espace de fonctions particulier. Ce choix présente des

aspects arbitraires car une fonction quelconque appartient à une infinité d’espaces de fonctions. Il

convient alors de s’interroger sur la robustesse des procédures de prédiction en fonction du choix du

noyau ou de la covariance. Le point de vue probabiliste permet d’affirmer que l’erreur de prédiction

linéaire est asymptotiquement décroissante pour une large gamme de fonctions de covariance (qui

exclut cependant la covariance gaussienne). De plus, cette décroissance est optimale lorsque la

covariance choisie est compatible en un certain sens avec celle du processus aléatoire ayant généré

les données (Stein, 1988, 1990b,a). Dans les régimes non asymptotiques, il existe très peu voire

pas de résultats7. Nos expériences numériques présentées dans la section 5.3 confirment cependant

que les écarts entre les erreurs de prédiction de différents modèles peuvent être significatifs.

Par conséquent, le choix de la covariance est l’un des aspect les plus importants de la mo-

délisation comportementale d’un système. Ce choix est constitué de deux étapes. Il faut décider

d’une forme de covariance paramétrée et ensuite estimer ses paramètres. Nous avons présenté les

covariances classiques de la littérature avant d’effectuer une synthèse des principales méthodes

d’estimation des paramètres de la covariance. Dans les applications, nous avons privilégié les mé-

thodes du maximum de vraisemblance et du maximum de vraisemblance restreint malgré leur coût

algorithmique assez élevé.

Il nous semble enfin que les covariances classiques sont parfois trop limitées pour obtenir

de bons modèles. En petite dimension, cette limitation n’est pas forcément pénalisante dans la

mesure où un nombre d’observations peu élevé suffit souvent à couvrir le domaine d’étude, ce qui

permet de bénéficier de la propriété de décroissance asymptotique de l’erreur de prédiction. Dans

la section 6.5, nous présenterons cependant un exemple de prédiction d’une série chronologique qui

tend à montrer que même en petite dimension, l’utilisation de familles de covariances plus flexibles

est avantageux. En dimension élevée, le problème du choix de la covariance semble particulièrement

délicat, comme l’illustrent nos expériences numériques. Nous avons proposé dans la section 5.6 une

méthode de construction parcimonieuse de la covariance, fondée sur un principe de capture des

caractéristiques essentielles des données. Cette méthode en est encore à un stade préliminaire, et

nous semble mériter des recherches ultérieures.

7Nous n’avons pas abordé ici l’apport récent de la théorie statistique de l’apprentissage (Smola, 1998).
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5.6 Annexe : combinaisons linéaires de noyaux, hypernoyaux,

et poursuite de caractéristiques par maximum de vrai-

semblance

5.6.1 Introduction

Les propriétés d’une approximation obtenue par régression régularisée dans un espace de Hil-

bert à noyau reproduisant dépendent fortement, comme nous l’avons dit, du noyau retenu. Le

choix d’un noyau doit être effectué en fonctions des connaissances a priori et des données. Au lieu

de choisir le noyau dans une famille de fonctions de type positif, nous proposons de le construire

en combinant linéairement des noyaux sélectionnés dans une base où chaque noyau comporte des

caractéristiques différentes. Le noyau que nous souhaitons construire s’écrit alors sous la forme

kα(x,y) =

l∑

i=1

α2
i ki(x,y) . (5.27)

Les paramètres αi interviennent par leur carré dans la combinaison linéaire (5.27) pour garantir

la positivité de kα. L’utilisation d’une combinaison linéaire de noyaux est d’abord motivée par

la possibilité d’estimer facilement les paramètres du vecteur α = [α1 · · ·αl]T. Comme deuxième

objectif, nous voulons obtenir des combinaisons linéaires du type (5.27) susceptibles de rendre cor-

rectement compte des différentes caractéristiques du processus aléatoire ayant généré les données,

mais comportant le moins de termes possible. Pour satisfaire ces objectifs, nous proposons dans

la section 5.6.3 un algorithme itératif du type poursuite de caractéristiques.

Avant de présenter cet algorithme, nous rappelons une approche alternative proposée dans

(Ong et al., submitted), fondée sur la notion d’hypernoyau. Nous montrons comment cette notion

conduit également à la construction de combinaisons linéaires de noyaux.

5.6.2 Régularisation avec des hypernoyaux

Afin de simplifier notre présentation, nous revenons aux modèles paramétriques linéaires, uti-

lisés au chapitre 3 pour introduire la notion de noyau reproduisant. Nous cherchons donc à ap-

proximer une fonction f∗ : X ⊂ Rd → R par le modèle linéairement paramétré

f(x) = bTr(x) , (5.28)

où b = (b[1] . . . b[l])
T est un vecteur de paramètres et r(x) = (r[1](x) . . . r[l](x))T un vecteur

de fonctions, que nous appelons vecteur des caractéristiques. Pour estimer le vecteur b, nous

nous concentrons sur les méthodes de régression régularisée qui consistent à minimiser un critère

s’exprimant par exemple sous la forme

J(b) = ‖b‖2
2 + C

n∑

i=1

(fobs
xi

− bTr(xi))
2 . (5.29)

Le critère (5.29) pénalise les grandes valeurs des éléments de b. Le paramètre C ∈ R+ permet

d’ajuster le compromis entre régularisation et adéquation aux données. Nous avons constaté dans
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la section 3.4.1 que ce problème de régression régularisée pouvait s’écrire sous une forme duale. Si

b̂ est le minimiseur du critère (5.29), il existe des scalaires λ̂i tels que

b̂ =

n∑

i=1

λ̂ir(xi) .

On peut alors réécrire (5.29) sous la forme

J(λi, i = 1, · · · , n) =

∥∥∥∥
n∑

i=1

λir(xi)

∥∥∥∥
2

+ C

n∑

i=1

(fobs
xi

− f̂(xi))
2 .

Soit F l’espace de dimension finie à noyau reproduisant r(x) défini par vect{r(x) ∈ Rl,x ∈
X} ⊆ Rl (voir la section 3.2.1). Tout élément b =

∑n
i=1 λir(xi) ∈ F s’identifie à une fonction f

définie par

f(x) = (r(x),

n∑

i=1

λir(xi)) , ∀x ∈ X .

(Nous utilisons la notation f ≡ b pour rappeler la propriété d’identification.) Rappelons que la

norme de f ≡ b ∈ F s’exprime sous la forme

‖f‖2
F =

n∑

i,j=1

λi(r(xi), r(xj))λj =

l∑

i=1

b2[i] .

L’espace F est donc muni d’une norme qui pénalise de la même manière tous les termes r[i](x) du

vecteur r(x), ce qui n’est pas forcément souhaitable. Nous ne revenons pas sur la nécessité de choisir

correctement le type de régularisation, ce problème ayant déjà été abordé dans la section 3.4.2.

L’idée développée dans (Ong et al., submitted) consiste à introduire dans le critère (5.29) un

terme de régularisation sur le noyau même. Soient rp(x) un vecteur de caractéristiques et α un

vecteur de poids tel que le noyau utilisé pour la régression s’exprime sous la forme r(x) = α�rp(x)

(� désigne l’opérateur de multiplication terme à terme). Pour régulariser le noyau, un critère est

dérivé de (5.29) sous la forme

J(b, α) = ‖b‖2
2 + Ck‖α‖4

4 + Cd

n∑

i=1

(fobs
xi

− bTr(xi))
2 , (5.30)

où la raison du choix de la norme ‖.‖4 apparâıtra plus loin, et où

‖b‖2
2 =

∑

i,j

λi(r(xi), r(xj))λj

=
∑

i,j

λi(α � rp(xi),α � rp(xj))λj

=
∑

i,j

λi(α � α, rp(xi) � rp(xj))λj .

Le noyau reproduisant s’écrit maintenant sous la forme

k(x,y) = (r(x), r(y)) = (α � α, rp(x) � rp(y)) , (5.31)
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qui s’apparente à une combinaison linéaire du type (5.27).

En examinant (5.31), l’ensemble des objets α � α peut être identifié à un ensemble de noyaux

reproduisants

k : X
∆
= X × X → R

(x,y) 7→ k(x,y) .

En effet, soit l’espace de fonctions

F = {g : X → R, g = (µ, rp(x) � rp(y)),µ ∈ Rl},

muni du produit scalaire canonique de Rl. Le sous-ensemble des fonctions de type positif

F+ =
{
µ ∈ F , ∀i ∈ {1, · · · , l}, µ[i] ≥ 0

}

définit un espace de noyaux reproduisants.

Remarquons que rp(x) � rp(y) agit comme un opérateur d’évaluation aux points de X sur

les éléments de F . Pour cette raison, rp(x) � rp(y) est appelé hypernoyau. Dans (Ong et al.,

submitted) l’objet rp(x) � rp(y) est noté k((x,y), ·).
Il existe un théorème du représentant établissant que le minimiseur α̂ � α de (5.30) s’écrit

sous la forme

α � α =

n∑

i,j=1

γi,jrp(xi) � rp(xj) , (5.32)

c’est-à-dire comme une combinaison linéaire d’hypernoyaux. En pratique, on accepte de perdre en

généralité en ajoutant les contraintes γi,j ≥ 0 pour garantir la positivité de α�α plus facilement

d’un point de vue numérique. L’équation (5.32) implique que le terme de régularisation du noyau

s’écrit sous la forme

‖α‖4
4 =

n∑

i,j,k,l=1

γi,j(rp(xi) � rp(xj), rp(xk) � rp(xl))γk,l = γTKγ ,

où γ est le vecteur des γi,j de dimension n2, et K est une matrice n2 × n2 dont les éléments

s’écrivent (rp(xi) � rp(xj), rp(xk) � rp(xl)). Il est possible de montrer comme dans (Ong et al.,

submitted ; Lanckriet et al., 2004) que minimiser (5.30) conduit à résoudre le problème suivant.

minimiser
γ

maximiser
λ

Ckγ
TKγ − λT(Kγ +

1

Cd
I)λ + 2λTfobs ,

sous les contraintes γ ≥ 0 ,

(5.33)

où Kγ est une matrice de taille n×n obtenue en réécrivant le vecteur Kγ. Ce problème peut être

résolu par programmation semi-definie positive (Ong et al., submitted). La complexité numérique

de ce problème est cependant élevée, parce que des objets de dimensions n4 doivent être calculés.

Il peut donc être nécessaire en pratique d’utiliser des approximations permettant de réduire la

dimension de ces objets.

L’approche des hypernoyaux est potentiellement intéressante pour le problème du choix de

noyau sous forme de combinaison linéaire d’autres noyaux écrites sous la forme (5.31). Notre pré-

sentation de cette approche s’est volontairement limitée à des noyaux de dimension finie construits
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à partir de vecteurs de caractéristiques rp(x), mais il est possible de considérer des combinaisons

linéaires de noyaux tels que des covariances (Ong et al., submitted ; Lanckriet et al., 2004).

Dans la section suivante, nous reprenons l’idée de combiner linéairement des noyaux en em-

pruntant la voie des processus aléatoires. Cette exploration nous conduit à proposer une autre

méthode dont l’intérêt devra être examiné dans de futurs travaux.

5.6.3 Sélection de caractéristiques par maximum de vraisemblance

Nous modélisons f∗(x) par un processus aléatoire F (x) de covariance k. Considérons des

combinaisons linéaires Fα(x) =
∑l
i=1 αiFi(x) de processus aléatoires indépendants Fi(x), gaus-

siens, centrés et de covariance ki. La covariance de Fα s’écrit kα(x,y) =
∑l

i=1 α
2
i ki(x,y), comme

dans (5.27). Nous proposons une procédure dont l’objectif est d’obtenir une approximation de la

covariance k sous la forme (5.27), obtenue en choisissant des covariances ki dans un dictionnaire

K, comprenant par exemple des covariances anisotropes. Il s’agit d’une procédure itérative où

de nouveaux noyaux sélectionnés dans le dictionnaire K sont inclus dans la combinaison linéaire

(5.27) s’ils sont jugés pertinents. Le critère de pertinence est obtenu à partir de la vraisemblance

des données. Cet algorithme s’apparente donc à un algorithme de poursuite de caractéristiques.

Soit Fα(x) =
∑l

i=1 αiFi(x). L’estimée du maximum de vraisemblance du vecteur α ∈ Rl

des paramètres de la covariance kα s’obtient en maximisant la log-vraisemblance du vecteur des

observations fobs = (f(x1), · · · , f(xn))
T qui s’écrit

L(fobs,α) = −n
2

log(2π) − 1

2
log det Kα − 1

2
fobsTK−1

α fobs , (5.34)

où Kα est la matrice de covariance de Fα = (Fα(x1), · · · , Fα(xn))
T. Kα s’exprime en fonction

des matrices de covariances Ki des vecteurs aléatoires Fi = (Fi(x1), · · · , Fi(xn))T sous la forme

Kα =

l∑

i=1

α2
iKi . (5.35)

Le calcul du gradient de L(fobs,α) est particulièrement simple en raison de la forme de kα et

on obtient
∂L(fobs,α)

∂αi
= αi

[
fobsTK−1

α KiK
−1
α fobs − trace(K−1

α Ki)
]
. (5.36)

L’estimée α̂ du maximum de vraisemblance satisfait la condition ∂L
∂α

(α̂) = 0. Par conséquent,

la densité de probabilité estimée de Fα, que l’on peut écrire sous la forme

pα̂(f) =
1

Z(α̂)
exp

{
−1

2

l∑

i=1

α̂i
2fTK−1

α̂ KiK
−1
α̂ f

}
, (5.37)

satisfait la relation

Epα̂
[Φi,α̂(Fα̂)] = Φi,α̂(fobs) ∀i ∈ {1, · · · , l} , (5.38)

où Φi,α(f) = fTK−1
α KiK

−1
α f , f ∈ Rn. En effet, pour tout α ∈ Rl

Epα

[
F T

αK−1
α KiK

−1
α Fα

]
= E

[
trace(K−1

α KiK
−1
α FαFα

T)
]

= trace(K−1
α Ki) . (5.39)
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Comme nous l’avons mentionné dans la section 5.4.4, les statistiques Φi,α(fobs), i ∈ {1, · · · , l},
peuvent être interprétées comme des normes des vecteurs f obs dans les espaces à noyau reprodui-

sant ki(x,y). En calculant les statistiques Φi,α(fobs) nous pouvons évaluer les caractéristiques du

processus aléatoire F (x) qui a généré les données. Les fonctions Φi,α s’interprètent donc comme

des fonctions qui extraient de l’information des données. La densité (5.37) estimée par maxi-

mum de vraisemblance est celle d’entropie maximale parmi toutes les densités satisfaisant les

contraintes (5.38). Autrement dit, (5.37) est la densité la moins informative parmi toutes les den-

sités qui reproduisent les statistiques observées Φi,α(fobs). Le principe du maximum d’entropie est

rappelé plus en détails dans la section 5.6.4 (nous y expliquons également pourquoi nous préférons

l’approche du maximum de vraisemblance à celle du maximum d’entropie).

Pour juger de la pertinence de l’ajout d’un noyau kl+1 dans une combinaison (5.27) comportant

l termes, nous pouvons comparer les statistiques observées f obsTK−1
α Kl+1K

−1
α fobs, où Kl+1 est

la matrice de covariance correspondant au noyau kl+1 avec l’espérance de ces statistiques calculée

par la relation (5.39) sous le modèle courant (comportant l termes). Si K−1
α est préalablement

calculée, chaque comparaison nécessite de l’ordre de O(n2) opérations, ce qui permet d’envisager

de tester un grand nombre de noyaux. Une telle procédure nous parâıt d’un coût moins élevé que

celui qui consisterait à estimer tous les coefficients αi d’une combinaison linéaire d’un très grand

nombre de termes, correspondant par exemple à tous les noyaux d’un dictionnaire K. Dans les

paragraphes suivants, nous justifions cette comparaison à l’aide d’un calcul sur la vraisemblance.

Poursuite de caractéristiques

Posons α− = (α̂T, 0)T ∈ Rl+1, où α̂ désigne le vecteur des paramètres αi, i = 1, . . . , l, de

la combinaison (5.27), estimés par maximum de vraisemblance. Considérons le développement

de Taylor à l’ordre deux de la log–vraisemblance des données sous le modèle de densité (5.37)

comportant l + 1 termes paramétriques. Pour tout α+ ∈ Rl+1, on a

L(f ,α+) = L(f ,α−) + (α+ − α−)T
∂L

∂α
(f ,α−) +

1

2
(α+ − α−)T

∂2L

∂α2
(f ,α−)(α+ − α−)

+ o(‖α+ − α−‖2
2) .

(5.40)

Nous avons déjà constaté que les dérivées premières de la log–vraisemblance pouvaient s’écrire

sous la forme

∂L

∂αi
(f ,α) = αiΦi(f) − αitrace(K−1

α Ki)

= αi(Φi(f) − Epα
[Φi(Fα)]) .

On a donc ∂L
∂α

(f ,α−) = 0 puisque ∀i ∈ {1, · · · , l}, Φi(f) = Epα−
[Φi(F )], et α−[l+1] = 0. Les

dérivées secondes peuvent se mettre sous la forme

∂2L

∂α2
i

(f ,α) = Φi(f) − Epα
[Φi(F )] + Varpα

[αiΦi(F )]

−4α2
if

T(K−1
α Ki)

2K−1
α f (5.41)
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et, pour i 6= j,

∂2L

∂αi∂αj
(f ,α) = Covpα

[αiΦi(F ), αjΦj(F )]

−2αiαjf
TK−1

α (KiK
−1
α Kj + KjK

−1
α Ki)K

−1
α f . (5.42)

Pour simplifier, nous choisissons d’approximer le développement de Taylor en ne retenant que

l’influence de la nouvelle statistique Φl+1. D’après (5.41), nous obtenons alors l’approximation

empirique

L(f ,α+)−L(f ,α−) ≈ Φl+1(f)−Epα
[Φl+1(F )] = fTK−1

α Kl+1K
−1
α f−trace(K−1

α Kl+1) . (5.43)

L’approximation (5.43) nous permet ainsi de justifier la comparaison des statistiques observées avec

l’espérance de ces statistiques sous le modèle courant. En effet, le calcul de cette différence permet

de choisir un noyau qui conduira potentiellement à l’augmentation maximale de la vraisemblance

des observations. Nous pouvons envisager une procédure itérative, qui partant d’une densité de

probabilité a priori (celle d’un bruit blanc, par exemple), ajoute à étape l un nouveau noyau choisi

dans un dictionnaire K selon le principe

kl+1 = arg max
ki∈K

Φi(f
obs) − Epα

[Φi(F )] . (5.44)

L’écart (5.43) peut encore s’interpréter comme un critère au sens de la théorie de l’information.

En effet, si cet écart est petit, alors l’ajout du noyau kl+1 dans (5.27) est probablement redondant.

À l’inverse, si l’écart est grand, alors le modèle courant n’est pas capable d’expliquer les données

de manière correcte et ce modèle est susceptible d’être enrichi en ajoutant kl+1. Nous invitons le

lecteur à comparer notre approche avec celle présentée dans (Zhu et al., 1997), rappelée dans la

section 5.6.4, où un principe minimax d’entropie est utilisé pour modéliser des textures dans une

image (les similarités entre les deux approches viennent du fait que la méthode du maximum de

vraisemblance obéit au principe du maximum d’entropie).

Exemples numériques

Dans les paragraphes suivants, l’algorithme de poursuite de caractéristiques proposé ci-dessus

est appliqué à deux exemples où les covariances à estimer sont caractérisées par des anisotropies

importantes. Ces exemples permettent de juger de la pertinence du critère retenu pour l’ajout de

noyau.

Commençons par un exemple en dimension deux, qui permettra de présenter facilement des

figures. Soient k1 et k2 des covariances de Matérn de portée 0.1 et 0.3 respectivement (les autres

paramètres sont choisis unitaires pour simplifier). Posons k(x,y) = 0.42 k1(‖x−y‖2)+ k2(u
T(x−

y)), où le deuxième terme constitue une covariance bande orientée dans une direction formant

un angle de 45◦ avec l’axe des abscisses (uT = [1/
√

2 1/
√

2]). Soit F (x) un processus aléatoire

gaussien centré et de covariance k(x,y). Une simulation de F (x) sur [0, 1]2 est représentée à la

figure 5.16-(a).

Nous considérons un dictionnaire K comprenant des covariances anisotropes de type bande,

construites à partir de fonctions de Matérn, en choisissant des portées et des angles régulièrement

répartis. Notons que ce dictionnaire est très simple mais possède un caractère très empirique, ce qui
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(a) (b) (c) (d)

Fig. 5.16 – Réalisations d’un processus aléatoire en dimension deux obtenues par la méthode de

décomposition de Cholesky de la matrice de covariance utilisant (a) : la vraie covariance, (b) :

la covariance de l’« effet de pépites », (c) : le mélange d’une covariance bande et de l’« effet de

pépites » obtenu après la première itération de l’algorithme de poursuite, (d) : la combinaison

linéaire de huit covariances obtenue par le même algorithme. Pour permettre une comparaison

visuelle, la même réalisation de bruit blanc a été utilisée pour générer les différentes réalisations

des processus aléatoires.

pourrait être amélioré. Un tel dictionnaire ne constitue pas une base de fonctions de covariances

(avec les défauts que cela entrâıne, comme par exemple le fait que la meilleure approximation de

la vraie covariance peut ne pas être unique).

Pour estimer k, nous sélectionnons un ensemble de 40 observations d’une réalisation de F (x),

réparties irrégulièrement sur [0, 1]2. L’algorithme d’approximation de la covariance k est initialisé

avec une covariance de type « effet de pépites », dont la variance est estimée par maximum de

vraisemblance. Ensuite, l’écart (5.43) est calculé pour toutes les covariances de K. La figure 5.17

représente l’évolution de cet écart avec l’orientation et la portée d’une covariance bande. Notons

que l’anisotropie est détectée de manière efficace par le critère de pertinence (5.43). Des réalisations

des processus aléatoires approximant F (x) sont présentées à différentes étapes de l’algorithme de

poursuite dans les figures 5.16-(b-d). La figure 5.16-(b) correspond à l’étape d’initialisation, où

l’on a seulement l’« effet de pépite ». La figure 5.16-(c) est obtenue après la première itération

et on constate que la partie anisotrope a été correctement capturée. Dans les étapes suivantes,

l’algorithme incorpore successivement des covariances bandes de portée 0.1 et d’angles 74◦, 172◦,

41◦, 147◦, 16◦ et enfin 123◦. Ces angles sont distribués approximativement uniformément sur

[0◦, 180◦], et on constate que l’algorithme essaye d’approximer la composante isotrope de la vrai

covariance. La figure 5.16-(d) montre une réalisation du processus caractérisé par une combinaison

linéaire de huit covariances de K. Notons que le nombre de covariances nécessaires pour approximer

k(x,y) de manière satisfaisante dépend du choix de K.

Comme second exemple, considérons un processus aléatoire F (x) gaussien, centré, de cova-

riance k(x,y), défini sur un espace de facteurs de dimension dix. La procédure d’estimation utilise

un ensemble S de 200 points répartis aléatoirement sur X = [0, 1]10. La covariance k est une

combinaison de deux covariances bande ki(x,y) = exp(−0.5(uT

i (x− y))2/σ2
i ), i = 1, 2 (les angles

d’orientation sont aléatoires). Le dictionnaire K comporte 400 covariances bandes orientées aléa-

toirement (le dictionnaire est reconstruit à chaque étape de l’algorithme de poursuite).

La qualité du modèle de covariance est jugée par validation croisée en utilisant la procédure

suivante.
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Fig. 5.17 – Critère de pertinence (5.43) calculé avec des covariances bandes. (a) : en fonction de

l’angle en degré pour une portée de 0.2. (b) : en fonction de la portée pour un angle de 45◦.

1. L’ensemble S de taille 200 est divisé en deux sous-ensembles Sobs et Stest de tailles 100.

2. Nous calculons ensuite les prédictions par krigeage des données de S test en utilisant les

données de Sobs.

3. Nous évaluons enfin les moyennes quadratiques des écarts entre les prédictions et les vrais

valeurs.

Le tableau 5.2 présente les moyennes et les écarts type de ces erreurs lorsque l’on répète les étapes

1 à 3 ci-dessus pour différentes dichotomies de S.

Nous constatons que l’erreur de prédiction est très petite si l’on utilise la vraie covariance. Ceci

s’explique par le fait que la dimension intrinsèque de l’espace des facteurs est seulement deux. Ce-

pendant si l’on utilise une version légèrement perturbée de la vraie covariance, en remplaçant u2

par (u2 + 0.01u1)/‖u2 + 0.01u1‖, l’erreur de prédiction est considérablement dégradée, comme

on peut le voir dans la troisième colonne. Ceci illustre l’importance d’estimer correctement l’ani-

sotropie des données. L’algorithme de poursuite est arrêté après avoir obtenu une combinaison de

25 covariances. Nous atteignons l’erreur de prédiction indiquée dans la quatrième colonne. Même

si ce résultat reste sous-optimal en comparaison de ce que l’on obtient avec la vraie covariance,

nous constatons une amélioration sensible par rapport à la version perturbée de la vraie cova-

riance. Dans la dernière colonne, nous présentons le résultat obtenu avec une covariance séparable

gaussienne (un modèle classique) kw(x,y) = exp(−0.5
∑d
i=1 w[i](x[i]−y[i])2), où le vecteur des pa-

ramètres w[i] a été estimé par maximum de vraisemblance. L’algorithme de poursuite obtient une

covariance presque deux fois meilleure que la covariance gaussienne séparable. Ce résultat illustre

encore une fois l’importance d’estimer correctement le noyau avant d’effectuer une prédiction.

covariance vraie perturbée poursuite de caractéristiques gaussienne

moyenne (écart type) 0.05 (0.02) 0.48 (0.35) 0.29 (0.03) 0.56 (0.03)

Tab. 5.2 – Moyenne et écart type empirique de la moyenne quadratique de l’erreur de prédiction

pour différentes covariances.
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5.6.4 Approche du maximum d’entropie

Cette section explique brièvement comment adapter la méthode d’estimation de textures par

maximum d’entropie (Zhu et al., 1997) à la construction de noyaux. Une application directe de

cette méthode ne conduit pas toutefois à des combinaisons linéaires de noyaux, et c’est la raison

pour laquelle nous avons préféré la méthode présentée ci-dessus.

Soit PΦ, l’ensemble de toutes les densités de probabilités p du vecteur aléatoire F satisfaisant

les contraintes

Ep[Φi(F )] = φi , ∀i ∈ {1, · · · , l} , (5.45)

où les statistiques Φi sont des fonctions mesurables. La forme de la densité de probabilité p

d’entropie h(p) maximale est donnée par le théorème suivant (voir par exemple (Zhu et al., 1997)).

Théorème 29. Soit pα(f) = Z(α)−1 exp(−∑l
i=1 αiΦi(f)), où Z(α) est une constante de norma-

lisation, et α est choisi tel que pα ∈ PΦ. Alors, pour tous p ∈ PΦ, la divergence de Kullback-Leibler

D(p||pα)
∆
= Ep[log p(F )] − Ep[log pα(F )], peut être écrite sous la forme

D(p||pα) = h(pα) − h(p) .

Il s’ensuit que pα est la densité d’entropie maximale parmi toutes les densités de PΦ.

La forme de la densité d’entropie maximale est donc déterminée par le choix des statistiques.

Considérons des statistiques écrites sous la forme

Φi(f) = fTK−
i f .

Ces statistiques sont choisies telles que la densité d’entropie maximale qui en découle corresponde

à la densité estimée par maximum de vraisemblance (5.35) lorsque les matrices de covariances Ki

possèdent des espaces image orthogonaux.

La matrice de covariance de F estimée par maximum d’entropie s’écrit alors sous la forme

Kα =
1

2

[
l∑

i=1

αiK
−
i

]−1

. (5.46)

Par conséquent, le noyau obtenu n’est plus une combinaison linéaire de noyaux (sauf si les espaces

images des Ki sont orthogonaux). On peut toutefois s’attendre à ce que les matrices (5.35) et (5.46)

soient assez proches l’une de l’autre (elles sont associées à des normes dans des espaces à noyaux

reproduisants construits à partir de caractéristiques identiques).

Afin de calculer α̂ tel que

Epα̂
[Φi(F )] = Φi(f

obs) ∀i ∈ {1, · · · , l}
il faut résoudre Gi(α) = Epα

[Φi(F )] − Φi(f
obs) = trace(K−

i Kα) − fobsTK−
i fobs = 0 , pour

tout i.

Une fois la matrice de covariance estimée, l’étape suivante consiste à ajouter un nouveau noyau.

Dans (Zhu et al., 1997), le principe de cette extension est fondé sur la différence entre l’espérance

des statistiques Φi sous le modèle gouverné par la densité de probabilité actuelle et la valeur de

Φi(f
obs). Il est possible de montrer que cette différence est une approximation de la divergence de

Kullback-Leibler D[pα+ ||pα̂−
] entre les densités de probabilité future et actuelle (Kullback, 1968,

Théorème 4.1, p. 47). Cette divergence doit être maximisée si l’on veut minimiser l’entropie de la

future densité, et ce faisant, améliorer le modèle.
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5.6.5 Conclusions et perspectives

L’objectif poursuivi est de permettre plus de flexibilité dans le choix des noyaux par rapport

aux méthodes traditionnelles (où ces derniers sont sélectionnés dans des familles de fonctions de

type positif à faible nombre de paramètres). Les approches traditionnelles nous semblent adaptées

dans des espaces de facteurs de dimension faible mais se révèlent en pratique limitées lorsque la

dimension crôıt.

En particulier, l’estimation de structures anisotropes par les méthodes classiques se révèle diffi-

cile et coûteuse, comme nous le verrons dans l’application présentée à la section 6.4.2. L’utilisation

de combinaisons de noyaux simples pour former des noyaux plus élaborés nous parâıt être une

approche prometteuse. Nous avons présenté une nouvelle méthode de construction de noyau ex-

ploitant cette idée. Cette méthode fournit une alternative à l’approche fondée sur les hypernoyaux

avec laquelle une comparaison de performance reste à faire.

L’algorithme de poursuite a été appliqué à quelques exemples simples avec des structures ani-

sotropes marquées. Ces exemples montrent qu’il est effectivement possible d’éviter l’optimisation

d’un critère d’adéquation aux données dépendant d’un nombre très élevé de paramètres. Ces ex-

périences numériques suggèrent que le critère de pertinence (5.43) donne en pratique les résultats

attendus. Entre autres perspectives de cette étude, nous pourrions nous intéresser davantage aux

propriétés des critères du type (5.43). Si ces premiers résultats paraissent satisfaisants, ils ne

garantissent pas que la méthode se généralise à des cas plus difficiles. Il nous semble qu’il fau-

drait davantage réfléchir au choix des dictionnaires de covariances. Enfin, notons que la procédure

pourrait également s’appliquer à l’estimation de covariances non stationnaires par combinaison de

noyaux localement stationnaires.
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Chapitre 6

Exemples

Résumé — Ce chapitre est constitué d’une série d’exemples d’application du krigeage à des

problèmes de nature variée. Par ces exemples, nous souhaitons illustrer la pertinence des modèles

bôıte noire présentés aux chapitres précédents. Nous insistons sur les aspects méthodologiques.

Les problèmes sont présentés selon un ordre croissant de la dimension de l’espace des facteurs.

Plus cette dimension est élevée, plus le problème de prédiction est délicat. Ce chapitre illustre

également les difficultés liées aux faibles nombres d’observations, les méthodes de prise en compte

des connaissances a priori et le problème de la planification d’expériences.

6.1 Exemples élémentaires de krigeage et de cokrigeage

6.1.1 Caractères typiques d’une prédiction par krigeage

Les figures 6.1 à 6.3 représentent des interpolations en dimension un. Elles illustrent deux

propriétés fondamentales du krigeage.

Propriété de lissage. La prédiction par krigeage varie plus doucement que les trajectoires

du processus aléatoire prédit. En effet, le krigeage est une moyenne des trajectoires probables

conditionnellement aux observations.

Intervalles de confiance. Dans les figures présentées, le modèle aléatoire générant les trajec-

toires est utilisé pour déterminer les intervalles de confiance des prédictions. Il n’est donc pas

surprenant que ces intervalles de confiances soient pertinents. L’incertitude de prédiction aug-

mente loin des observations mais d’autant moins vite que le modèle est plus régulier. On constate

que l’incertitude de prédiction est plus grande dans les zones d’extrapolation que dans les zones

d’interpolation.
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Fig. 6.1 – Exemples en dimension 1. On observe une trajectoire (en trait fin) d’un processus

gaussien F (x) de moyenne nulle et de covariance k(h), où k est une covariance de Matérn de pa-

ramètres ν = 0.7, ρ = 0.2 et σ2
0 = 1. Les observations, matérialisées par les carrés, sont interpolées

par la courbe en trait gras continu obtenue par krigeage. Dans la figure du haut, l’échantillon-

nage est régulier sur [0, 1] ; dans celle du milieu l’échantillonnage est régulier sur [0.25, 0.75] ; dans

celle du bas l’échantillonnage est aléatoire. Les courbes en pointillés représentent les intervalles de

confiance à 95% pour la prédiction.
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Fig. 6.2 – Exemples en dimension 1. On observe une trajectoire (en trait fin) d’un processus

gaussien F (x) de moyenne nulle et de covariance k(h), où k est une covariance de Matérn de

paramètres ν = 2, ρ = 0.2 et σ2
0 = 1. Les observations, matérialisées par les carrés, sont interpolées

par la courbe en trait gras continu obtenue par krigeage. Dans la figure du haut, l’échantillonnage

est régulier sur [0, 1] ; dans celle du milieu l’échantillonnage est régulier sur [0.25, 0.75] ; dans celle

du bas l’échantillonnage est aléatoire. Les courbes en pointillés représentent les intervalles de

confiance à 95% pour la prédiction.
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Fig. 6.3 – Exemples en dimension 1. On observe une trajectoire (en trait fin), d’un processus

gaussien F (x) de moyenne nulle et de covariance k(h), où k est une covariance de Matérn de

paramètres ν = 5, ρ = 0.2 et σ2
0 = 1. Les observations, matérialisées par les carrés, sont interpolées

par la courbe en trait gras continu obtenue par krigeage. Dans la figure du haut, l’échantillonnage

est régulier sur [0, 1] ; dans celle du milieu l’échantillonnage est régulier sur [0.25, 0.75] ; dans celle

du bas l’échantillonnage est aléatoire. Les courbes en pointillés représentent les intervalles de

confiance à 95% pour la prédiction.
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6.1.2 Cokrigeage et application à la prédiction de dérivées

Le principe du cokrigeage, c’est-à-dire la prédiction linéaire à partir de plusieurs processus

aléatoires, a été rappelé dans la section 2.5.2. Il est pertinent d’utiliser cette méthode lorsque le

système considéré possède plusieurs sorties. En effet, il existe en général des corrélations entre ces

sorties et la connaissance de ces corrélations est susceptible d’améliorer les prédictions obtenues

à partir d’observations effectuées sur les différentes sorties. Dans cette section, nous considérons

l’application du cokrigeage à l’estimation d’une dérivée d’une sortie.

Prédiction de la dérivée d’une sortie.

La figure 6.4 représente une sortie et sa dérivée. À partir d’un nombre d’observations sans

bruit irrégulièrement espacées de cette sortie, nous constatons que la prédiction de la dérivée de la

sortie est satisfaisante. Nous pouvons également donner des intervalles d’incertitude de prédiction,

ce qui est un avantage de cette méthode. Nous constatons que les intervalles d’incertitudes sont

plus resserrés dans les zones où les observations ont été effectuées mais, fait marquant, lorsque

deux observations sont suffisamment proches, la prédiction est meilleure entre les observations.

Nous répétons l’expérience dans la figure 6.5, en ajoutant cette fois du bruit sur les observations.

Ces expériences montrent qu’il est possible d’estimer de manière très simple et satisfaisante les

dérivées d’une fonction, éventuellement bruitée. Les possibilités d’application de tels prédicteurs

nous semblent très nombreuses.

Prédiction d’une dérivée avec modèle connu a priori

Dans la section 4.6.1, nous avons montré comment prendre en compte de l’information connue

a priori en utilisant des modèles semi-paramétriques, dans lesquels la partie paramétrique porte

l’information connue. La figure 6.6 illustre cette possibilité dans le cas de la prédiction d’une

dérivée. La fonction à dériver est la somme de deux fonctions dont l’une est supposée parfaitement

connue.

Prédiction d’une sortie avec informations sur la dérivée.

Les exemples précédents n’épuisent pas toutes les possibilités du cokrigeage appliqué à la

prédiction des dérivées d’une sortie. Dans la figure 6.7, nous utilisons à la fois des observations

de la fonction et de sa dérivée. Ceci permet d’améliorer une prédiction par exemple lorsque l’on

connâıt des comportements du système aux limites de son domaine de définition, telles que des

gradients nuls. Il s’agit donc d’une autre possibilité pour incorporer de l’information connue a

priori dans un modèle bôıte noire. Dans (Morris et al., 1993), ce problème est abordé du point de

vue de la modélisation de résultats de simulation et de la planification d’expériences.

Approximation d’une fonction à partir d’observations sur sa dérivée. Intégration.

Pour conclure cette section, nous appliquons le cokrigeage à l’intégration. Formellement, nous

pouvons nous ramener au cas précédent. Il s’agit en effet de prédire une fonction f(x), en consi-

dérant des observations effectuées sur sa dérivée. Notons qu’il faut au moins une observation sur
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Fig. 6.4 – Figure du haut : 10 observations (matérialisées par des carrés) non bruitées irrégulière-

ment échantillonnées d’une fonction f(x), x ∈ [0, 1]. Figure du bas : estimée (en trait gras continu)

de la dérivée de f(x) à partir des observations précédentes. La dérivée exacte est représentée en

trait continu fin et les intervalles d’incertitude à 95% sont indiqués en traits interrompus. Les

barres verticales rappellent la position des observations.
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Fig. 6.5 – Figure du haut : 20 observations (matérialisées par des carrés) bruitées et irrégulièrement

échantillonnées d’une fonction f(x), x ∈ [0, 1]. L’écart type du bruit d’observation vaut 0.2. Figure

du bas : estimée (en trait gras continu) de la dérivée de f(x) à partir des observations précédentes.

La dérivée exacte est représentée en trait continu fin et les intervalles d’incertitude à 95% sont

indiqués en traits interrompus. Les barres verticales rappellent la position des observations.
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Fig. 6.6 – Figure du haut : 10 observations (matérialisées par des carrés) bruitées et irrégulièrement

échantillonnées d’une fonction f(x), x ∈ [0, 1]. L’écart type du bruit d’observation est 0.2. f(x)

est la somme d’un sinus cardinal et d’une trajectoire d’un processus aléatoire centré. Figure du

bas : estimée (en trait gras continu) de la dérivée de f(x) à partir des observations précédentes. La

dérivée exacte est représentée en trait continu fin et les intervalles d’incertitude à 95% sont indiqués

en traits interrompus. Les barres verticales rappellent la position des observations. L’estimation

utilise l’information disponible sur f(x).
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Fig. 6.7 – Approximation (en trait continu gras) d’un sinus cardinal (en trait continu fin) à partir

d’observations bruitées (matérialisée par des carrés) et de la connaissance des valeurs des dérivées

du sinus cardinal aux positions indiquées par les barres verticales.
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f pour fixer une condition initiale. Cette méthode d’intégration peut être généralisée à la réso-

lution numérique d’équations différentielles partielles linéaires. Elle est également utilisable pour

modéliser des systèmes dynamiques non-linéaires sous la forme ẋ = f(x,u), ce qui constitue une

perspective de travail très intéressante.

6.2 Problème en compatibilité électromagnétique caracté-

risé par un nombre limité d’observations

Cette première étude de problème réel illustre les difficultés qui surviennent lorsque le nombre

d’observations est limité (en ingénierie, effectuer une observation peut se révéler coûteux en moyens

expérimentaux ou en temps de calcul). Nous ne disposons pas non plus de connaissance a priori

sur le système étudié. En raison de la faible quantité d’information disponible, la validation des

hypothèses (gaussianité du processus, régularité, etc.) et des modèles obtenus est délicate. Nous

sommes donc confrontés à la difficulté d’établir un modèle bôıte noire pertinent.

Cette étude a été réalisée en collaboration avec le Département de Recherche en Électroma-

gnétisme. Nous avions à notre disposition des données et des programmes informatiques utilisés

dans la thèse (Rannou, 2001), dans laquelle des modèles par krigeage avaient aussi été étudiés.

Notons que notre collaboration avec le Département de Recherche en Électromagnétisme fait éga-

lement suite à la thèse (Lefèbvre, 1997), qui avait mis en avant l’intérêt des modèles bôıte noire

par krigeage dans les problèmes complexes que l’on rencontre fréquemment dans le domaine de la

compatibilité électromagnétique (voir aussi (Lefèbvre et al., 1996)). Nous poursuivons donc l’étude

(Rannou, 2001) en nous concentrant davantage sur des aspects méthodologiques.

6.2.1 Description du problème

Nous considérons une ligne de transmission éclairée par une onde électromagnétique, comme

représentée par le schéma de la figure 6.9. L’objectif est de caractériser l’influence d’appareils

électromagnétiques tels que les téléphones portables et autres systèmes de communication sur les

dispositifs électroniques sensibles (ordinateurs, appareils de mesure, etc.). Une ligne de transmis-

sion est caractérisée par des paramètres technologiques, comme par exemple

– son nombre de conducteurs,

– sa distance au plan de masse,

– son diamètre,

– sa longueur,

– l’impédance du générateur,

– l’impédance de la charge, etc.

La grandeur que l’on veut modéliser est l’intensité des courants induits par les perturbations

électromagnétiques de l’environnement dans une ligne de transmission. Cette intensité dépend des

paramètres technologiques de la ligne ainsi que de nombreux autres facteurs, comme par exemple

– la géométrie de l’environnement,

– la nature de la source émettrice (dipôle, forme d’onde, fréquence),

– la puissance de la source,

– la distance et l’angle de la source, etc.
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Fig. 6.8 – Exemple d’intégration d’une fonction. Figure du haut : la fonction f(x) et 20 obser-

vations non uniformément échantillonnées (matérialisées par des carrés). Figure du bas : en gras,

approximation d’une primitive de f(x) à partir des observations précédentes et sachant la valeur

de cette primitive en x = 0.5 (point indiqué par le carré). La primitive exacte est représentée

en trait continu fin et les intervalles de confiances sont indiqués en trait discontinu. Les barres

verticales rappellent la position des observations.
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Afin de prendre en compte la diversité des perturbations possibles, le module du courant induit

dans une ligne de paramètres donnés est modélisé par une variable aléatoire I = f(x,W ), où x ∈
Rd représente le vecteur des paramètres technologiques de la ligne et W est un vecteur aléatoire

modélisant les perturbations de l’environnement. La loi de cette variable aléatoire est estimée par

une méthode de Monte-Carlo, qui consiste à répéter des observations effectuées en laboratoire ou

en simulation pour différentes réalisations du vecteur W . La figure 6.10 représente un histogramme

des modules du courant induit dans la ligne lorsque la nature de la perturbation varie. En observant

plusieurs histogrammes de ce type, on constate que la loi du module du courant est (bien) une

fonction des paramètres technologiques de la ligne. Comme un tel histogramme des courants induits

s’avère coûteux à obtenir, nous souhaitons être capable de prédire les caractéristiques de la loi

(comme la moyenne, la variance, etc.) du (module du) courant à l’aide d’un modèle bôıte noire

admettant comme entrées les paramètres technologiques de la ligne.

PSfrag replacements
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Fig. 6.9 – Représentation schématique d’une ligne de transmission et des perturbations électro-

magnétiques émises par une source. ZG et ZC sont les impédances du générateur et de la charge,

l est la longueur de la ligne, h sa distance au plan de masse.

6.2.2 Système considéré

Un histogramme du courant est obtenu soit à partir de mesures effectuées sur un dispositif en

laboratoire, soit à l’aide d’un programme informatique simulant le courant induit dans une ligne
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Fig. 6.10 – Histogramme du module du courant dans la ligne pour une configuration donnée.

de paramètres technologiques donnés soumise à une perturbation électromagnétique donnée. Dans

les deux cas, obtenir l’histogramme du courant a un coût important.

Dans cette présentation, nous nous restreignons à l’étude de la moyenne de la loi du courant

en fonction des trois paramètres de la ligne listés ci-dessous :

– le diamètre de la ligne d, 1 · 10−4 m ≤ d ≤ 1.98 · 10−3 m,

– sa distance au plan de masse h, 1 · 10−3 m ≤ h ≤ 1.37 · 10−1 m,

– sa longueur l, 0.75 m,≤ l ≤ 1.24 m.

(Les autres paramètres sont fixés à leur valeur nominale.) Du point de vue de la modélisation

bôıte noire, nous considérons donc un système ayant comme entrées les paramètres d, h et l de la

ligne, et comme sortie la moyenne im du courant induit. Effectuer une observation consiste donc

à déterminer im pour un jeu fixé de paramètres de la ligne.

Par la suite, nous simplifions davantage le problème en ne considérant l’évolution du courant

qu’en fonction d’un ou deux facteurs à la fois, les facteurs restants étant fixés. Le seul objectif de

cette simplification est de pouvoir présenter plus facilement des figures.

6.2.3 Résultats et conclusions

Choix du modèle

Les figures 6.11, 6.13 et 6.15 présentent l’évolution de la moyenne du courant (obtenue à partir

de simulations informatiques des phénomènes électromagnétiques dans la ligne) en fonction de d,

h et l. Comme mentionné ci-dessus, nous ne considérons l’influence que d’un ou deux facteurs à

la fois. Plus précisément, nous nous intéressons aux systèmes
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1. im = f1(d),

2. im = f2(l),

3. im = f3(l, h).

Deux possibilités sont envisageables pour choisir la structure du second ordre des processus

aléatoires modélisant ces trois systèmes. Dans la première, la totalité des données simulées est

utilisée pour effectuer le choix. Une telle approche est justifiée si l’objectif est d’ajuster les modèles

en simulation pour les utiliser ensuite dans des cas réels plus complexes et plus coûteux à mettre

en œuvre. Dans la seconde, nous limitons le nombre des observations et choisissons le modèle

sans utiliser de connaissances supplémentaires. Cette approche peut être suivie afin de simuler

des conditions réelles où nous voudrions établir un modèle bôıte noire sans connaissances a priori,

où chaque observation est coûteuse, et pour tester la pertinence de nos procédures de choix de

modèle. La première approche est bien sûr plus confortable. Par la suite, nous allons suivre la

seconde. Un faible nombre d’observations signifie que nous avons peu d’information pour établir

un modèle bôıte noire du système. Il convient donc de se poser les questions suivantes.

– Est-il possible d’estimer un modèle avec très peu de données ?

– Reste-t-il possible de prédire la grandeur d’intérêt ?

Avec très peu d’observations, le choix d’une structure du second ordre est certainement arbi-

traire. Précisément, les données observées sont susceptibles d’avoir été générées par de nombreux

processus aléatoires et il n’est pas possible de juger la pertinence d’un modèle par rapport à un

autre. Toutefois, cela ne signifie pas qu’il n’y a pas d’information et que rien ne peut être estimé.

Même à partir de très peu de données, il est possible d’estimer une moyenne et une variance des

observations, et peut-être même la vitesse de variation de la sortie en fonction des facteurs. Pour

cela, nous avons besoin de procédures d’estimation simples à mettre en œuvre, consistantes et

efficaces (au moins asymptotiquement). (Nous utiliserons l’estimateur du maximum de vraisem-

blance.) D’autre part, même si un modèle précis ne peut être établi, nous devons pourtant en

choisir un, et ce faisant, introduire une forme d’information a priori.

Dans cette application, nous faisons ainsi deux hypothèses (que l’on pourrait appeler également

des paris en l’absence de connaissances a priori). Nous supposons d’abord que la sortie peut être

modélisée par un processus gaussien1. Cette hypothèse est contestable, parce que le module du

courant est une quantité positive, par exemple. Toutefois, nous avons vu dans la section 2.2.1 que

l’hypothèse gaussienne correspond à un critère de simplicité (au sens du maximum d’entropie).

Nous supposons ensuite que les tendances à crôıtre ou décrôıtre du courant peuvent être modélisées

par des polynômes de faible degré.

Une modélisation par IRF semble donc appropriée, ce qui suppose d’introduire une hypo-

thèse de stationnarité des accroissements (généralisés). Plus précisément, nous choisissons une

IRF d’ordre deux admettant une covariance polynomiale d’ordre deux, qui s’écrit donc sous la

forme

k(h) = −b0|h| + b1|h|3 − b2|h|5,

où b0, b1, b2 ≥ 0. Notons que le système à deux facteurs (numéroté 3, ci-dessus), présente une aniso-

tropie très marquée comme on peut le constater sur la figure 6.15. Nous traitons cette anisotropie

en choisissant une normalisation adaptée des facteurs. Ce changement d’échelle peut être effectué

1Si une autre hypothèse devait être choisie, il faudrait utiliser le krigeage non-linéaire (Chilès et Delfiner, 1999)
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sans information a priori dans la mesure où il est possible2 de découvrir ce type d’anisotropie à

partir d’un petit nombre d’observations3.

Forte incertitude sur le modèle

Nous pouvons évaluer la qualité du modèle lors de deux étapes essentielles. Lors de l’estimation

du modèle, nous utilisons les profils de vraisemblance pour nous renseigner sur la variance des

paramètres estimés. Si le maximum de vraisemblance est très marqué, alors nous pouvons avoir

une relative confiance dans les estimées des paramètres (faible variance de l’estimateur). À l’inverse,

un profil très plat autour du maximum nous indique que le modèle reste mal déterminé malgré les

données observées. Dans l’étape de prédiction, les intervalles de confiance nous renseignent sur la

qualité des prédictions. Bien sûr, ces intervalles de confiance dépendent de l’estimation du modèle.

Le maximum de vraisemblance obéissant à un principe de maximum d’entropie, nous espérons que

les variances (estimées) d’erreur de prédiction ne seront pas trop optimistes.

Pour les trois systèmes considérés, l’examen des profils de vraisemblance présentés sur les

figures 6.12, 6.14 et 6.18 met en évidence ce à quoi nous nous attendions : les modèle estimés

restent très incertains avec un nombre faible de données observées. Plus précisément, nous voyons

que la régularité de la covariance est sans doute arbitraire parce que la vraisemblance reste à peu

près constante le long de lignes joignant des points des axes b0 = 0 et b1 = 0 de l’espace des

paramètres (b0, b1).

Notons que nous avons choisi dans les trois cas un échantillonnage non uniforme afin d’essayer

de maximiser l’information que nous pouvons retirer sur les variations de la sortie à différentes

échelles de distance (cette approche est justifiée de manière empirique par l’expérience numérique

présentée dans la section 6.6.2). Nous commentons brièvement ci-dessous les résultats obtenus

pour les trois systèmes étudiés.

Système 1. La prédiction est satisfaisante. Les intervalles de confiances sont pessimistes (fi-

gure 6.11).

Système 2. La prédiction n’est pas de bonne qualité. Les intervalles de confiances sont opti-

mistes. Le module du courant en fonction de la longueur de la ligne est caractérisé par des pics

périodiques d’intensité. Nous pouvons dire que ce système n’est pas correctement modélisé par un

processus gaussien (figure 6.13).

Système 3. La prédiction suit les tendances du courant mais reste de qualité médiocre (fi-

gure 6.16). Les intervalles de confiance sont assez satisfaisants (figure 6.17).

En conclusion, établir un modèle bôıte noire d’un système nécessite un nombre relativement

grand d’observations, ce qui n’est pas toujours possible dans les problèmes réels. Dans les sys-

tèmes considérés ci-dessus, le nombre d’observations est insuffisant pour effectuer des prédictions

2Du moins en dimension deux, car pour un nombre de facteurs plus élevé, la détermination d’anisotropies est

délicate
3Le problème de la planification des observations pour découvrir les caractéristiques d’un processus aléatoire

n’est pas abordée dans notre travail. Dans la section 6.6.5, nous avons réfléchi à la façon dont nous devons choisir

les observations pour minimiser l’erreur de prédiction, ce qui est normalement un problème différent du précédent

(et également plus facile)
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de bonne qualité. Cependant de tels modèles ne sont pas inutiles en pratique. Par exemple, les

intervalles d’erreur de prédiction peuvent servir à effectuer des dimensionnements. Ceci met en

avant la nécessité de définir correctement l’objectif de la prédiction par modèles bôıte noire.
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des paramètres b0 en abscisses et b1 en ordonnées de la covariance polynomiale. Le
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Fig. 6.13 – Évolution du module du courant en fonction de la longueur de la ligne (mêmes
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6.3 Débitmétrie avec prise en compte d’a priori

Dans cet exemple, nous nous intéressons à un débitmètre, où se posent de nouveau les difficultés

liées au manque d’observations. Il y a dans ce problème deux contraintes. Tout d’abord, chaque

observation nécessite la mise en place d’un capteur, ce qui augmente le coût de l’appareil. D’autre

part, il existe des contraintes physiques qui font que certaines zones de l’espace des facteurs ne

peuvent pas être observées. Pour palier le manque d’observations, nous montrons comment prendre

en compte dans un modèle bôıte noire des connaissances sur la physique gouvernant le système

pour en faire un modèle bôıte grise.

6.3.1 Description du problème

Nous nous intéressons à l’estimation du débit d’un fluide dans une conduite. Il existe de nom-

breux principes pour mesurer un débit. Par exemple, il est possible d’effectuer des observations

ponctuelles de la vitesse du fluide en des positions données d’une section de la conduite (voir la

figure 6.19). Nous proposons une méthode bôıte noire pour estimer le débit à partir de ces vitesses

ponctuelles. Une première approche envisageable est de reconstruire entièrement le profil de vitesse

du fluide sur une section à partir des observations, et d’intégrer ensuite la vitesse pour obtenir

une estimée du débit. Nous verrons plus loin qu’une telle méthode n’est pas optimale mais permet

d’aborder plusieurs aspects méthodologiques intéressants. La reconstruction d’un profil de vitesse

est une tâche difficile en raison de la grande diversité des configurations envisageables : variations

importantes possibles des débits, conduites divergentes ou convergentes, présence de coudes, etc.

Les phénomènes physiques susceptibles d’influencer le profil de vitesse sont donc complexes et dif-

ficiles à modéliser. Il faudrait notamment tenir compte des turbulences, des frottements du fluide

contre la paroi de la conduite, des modes secondaires apparaissant lorsque le fluide passe dans des

coudes, etc.

Un code informatique utilisant la méthode des différences finies a permis de simuler plus de

trois mille profils de vitesse obtenus en faisant varier le débit et la géométrie de la conduite. Ces

simulations ont été effectuées par G. Fleury au Service des Mesures de Supélec. La figure 6.20

montre des exemples de profils de vitesse simulés. Notons qu’un profil de vitesse possède générale-

ment une symétrie de révolution sauf dans les sections à l’abord des parties coudées de la conduite.

Dans le dispositif de mesure réel, il n’est pas possible d’observer la vitesse du fluide proche de

la paroi de la conduite. Nous avons donc choisi les positions des observations pour obtenir une

répartition homogène sur la partie observable de la section. La figure 6.19 montre la distribution

retenue4 constituée de 16 points d’observation.

6.3.2 Modélisation bôıte noire sans a priori

Lorsque le profil de vitesse a été obtenu, le débit est estimé par intégration de f̂(x), où x

est la position sur la section X = {x ∈ R2, ||x||2 ≤ r}. Cette intégration pourrait être faite en

principe de manière analytique mais nous avons préféré ici une méthode de Monte-Carlo pour

simplifier. L’étape principale est donc de parvenir à une bonne reconstruction du profil à partir

4Sans chercher à optimiser la position des points d’observation.
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des observations ponctuelles. Il s’agit d’un problème d’interpolation classique. La vitesse en x est

estimée par krigeage par

f̂(x) =

16∑

i=1

λi(x)fobs
xi

, (6.1)

où {fobs
xi

}16
i=1 sont les vitesses observées.

Nous avons choisi une méthode de krigeage intrinsèque pour calculer les coefficients λi. Deux

arguments permettent de justifier ce choix. Nous souhaitons modéliser les grandes tendances du

profil de vitesse par un polynôme de degré deux (de deux variables). Nous pensons également au vu

des variogrammes que l’échelle caractéristique des variations du profil de vitesse est de l’ordre du

domaine d’étude. Les λi sont solution du système linéaire (4.16) où nous avons choisi une covariance

généralisée polynomiale d’ordre deux, qui comprend des termes jusqu’à |h|5. L’estimation des

coefficients de la covariance est importante afin d’obtenir la régularité appropriée du processus

aléatoire modélisant la vitesse. Nous avons utilisé pour ce faire la méthode REML. Cependant, si

nous ne nous intéressons pas à la variance de l’erreur de prédiction, nous pouvons nous contenter

d’une estimation approximative des paramètres, en nous rappelant en particulier que les coefficients

du krigeage ne dépendent pas d’une multiplication de la covariance par une constante. Ainsi, il

n’est pas nécessaire d’estimer les coefficients de la covariance pour chaque type de profil et chaque

débit.

Les figures 6.21 montrent le résultat de l’interpolation obtenue. Nous constatons immédiate-

ment que la vitesse près de la paroi de la conduite est surestimée, ce qui conduit à une prédiction

peu satisfaisante du débit du fluide (typiquement, nous obtenons plus de 2% d’erreur relative).

Cette surestimation est liée au fait que le modèle ne prend pas correctement en compte la chute de

vitesse près de la paroi en raison de l’absence d’observations de la vitesse dans cette zone (due aux

contraintes de l’appareil de mesure). En résumé, un modèle totalement bôıte noire de ce système

ne donne pas des résultats satisfaisants. Nous devons donc chercher à inclure de l’information a

priori.

6.3.3 Incorporation de connaissances a priori

Comme souvent en ingénierie, les seules connaissances a priori disponibles sur le système sont

sous forme de descriptions qualitatives du comportement de celui-ci. Ici, la connaissance que nous

aimerions prendre en compte est la présence de frottements qui entrâınent une chute de vitesse

près de la paroi de la conduite.

Pour utiliser ce type de connaissance approximative, nous proposons d’utiliser une formulation

semi-paramétrique du krigeage. Notons f ∗(x) : x ∈ X → R un profil de vitesse de référence, censé

représenter notre connaissance a priori. Il s’agit typiquement du profil standard de la vitesse sur

la section d’une conduite. Nous supposons cette fonction connue en tout point de X. Dans cette

nouvelle approche, la vitesse estimée en un point quelconque de la section s’exprime encore sous la

forme d’une combinaison linéaire des vitesses observées, comme dans (6.1). Cependant, le modèle

du système étudié comporte maintenant un facteur supplémentaire, parce que la vitesse à prédire

est supposée dépendre à la fois de la position x ∈ X sur la section et du scalaire f ∗(x) ∈ R. Nous

utilisons alors le krigeage intrinsèque, avec les choix suivants :
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– la covariance (généralisée) ne dépend pas du facteur f ∗(x), ce qui signifie que la corrélation

suivant ce facteur est constante ;

– l’espace N contient la fonction

f1 : X × R → R

(x, f∗(x)) 7→ f∗(x) ,
(6.2)

(il s’agit donc d’une fonction linéaire du facteur f ∗(x)).

Comme nous l’avons vu dans la section 4.6.1, ceci correspond à choisir un modèle paramétrique

comportant le terme b∗f
∗(x). En fait, il est possible de considérer plusieurs profils de référence

et d’introduire autant de termes paramétriques. Il y a cependant une limite et l’accroissement

des degrés de liberté dans le modèle peut dégrader la qualité de la prédiction. Trop augmenter

le nombre de profils de référence conduira à un problème mal posé. Rappelons en effet que les

termes paramétriques n’étant pas régularisés, on ne contrôle pas leur contribution et il est possible

avec un nombre relativement faible de termes ajoutés d’obtenir une phénomène de sur-adéquation

aux données (overfitting). Par conséquent, il est nécessaire de sélectionner un nombre limité de

profils de référence. Avec seulement deux profils de référence (nous avons retenu deux profils

simulés dans une section de conduite droite correspondant à des débits faible et fort), l’utilisation

de l’approche semi-paramétrique améliore considérablement la qualité de la prédiction du débit,

comme le montre les histogrammes des erreurs de prédiction présentés à la figure 6.22.

Notons que les deux profils de vitesse utilisés dans l’approche semi-paramétrique ci-dessus

correspondent à des situations simples pour lesquelles il serait possible de modéliser analyti-

quement la physique des écoulements. En conclusion, nous insistons sur le fait que l’approche

semi-paramétrique est intéressante dès que l’on dispose d’un modèle simple et approximatif du

système étudié. Lorsqu’un modèle bôıte noire est ainsi rendu plus précis en utilisant la physique

des phénomènes étudiés, on peut parler de modèle bôıte grise.

méthode moyenne écart-type

modèle bôıte noire 1.16 · 10−2 1.13 · 10−2

modèle bôıte grise 3.93 · 10−4 8.87 · 10−3

Tab. 6.1 – Moyenne et écart type des erreurs relatives

6.4 Modèles bôıte noire de systèmes à espace de facteurs

de dimension élevée

6.4.1 Autre point de vue sur le problème de débitmétrie

Les méthodes de prédiction du débit dans une conduite de fluide présentées dans les sections

6.3.2 et 6.3.3 ne sont pas en fait à recommander. En effet, l’étape qui consiste à reconstruire le profil

de vitesse n’est pas nécessaire. Il est préférable de prédire le débit directement en fonctions des

données observées. Pour s’en convaincre, nous pouvons calculer la régression linéaire du débit en

fonction des 16 vitesses observées. Nous trouvons que l’erreur résiduelle du modèle par régression

linéaire obtenu à partir de la totalité des données est plus petite que l’erreur de prédiction obtenue
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Fig. 6.21 – (A) vrai profil de vitesse, (B) reconstruction par krigeage, (C) erreur de prédiction

correspondante, (D) interpolation avec incorporation d’a priori par krigeage intrinsèque, (E) erreur

de prédiction ainsi améliorée.
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Fig. 6.22 – Histogramme des erreurs relatives. Figure du haut, modèle bôıte noire simple. Figure

du bas, prise en compte d’information a priori (modèle bôıte grise).
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précédemment (comparer les tables 6.1 et 6.2). Ceci suggère de considérer le système débit en

fonction des vitesses observées. Dans cette approche, l’espace des facteurs est de dimension 16

et nous devons prédire le débit f(x), x ∈ R16, à partir de débits observés f obs
xi

, i = 1, . . . , n,

correspondants à des vecteurs de vitesses x1, . . . ,xn. Afin de valider la méthode, il est nécessaire

de partitionner la base des trois mille profils simulés en un ensemble de données d’apprentissage

et un ensemble de données de test. Comme les débits observés proviennent d’une simulation, nous

considérons le bruit d’observation négligeable et choisissons de prédire le débit en interpolant

les observations. L’erreur de prédiction est par conséquent nulle sur la base d’apprentissage. Nous

avons retenu une base d’apprentissage représentant environ 13% de la totalité de la base (n = 400).

L’interpolation est effectuée par krigeage intrinsèque en utilisant une covariance généralisée

polynomiale d’ordre 1. Ceci permet d’inclure dans le modèle de prédiction un terme linéaire en

les facteurs, ce qui est pertinent puisque l’on a vu plus haut que la régression linéaire du débit en

fonction des vitesses observées était satisfaisante.

Les résultats sont présentés à la figure 6.23 sous forme d’histogramme et dans la table 6.2, où

nous indiquons les moyennes et écarts types des erreurs relatives de prédiction sur les données de

test. Nous voyons une amélioration par rapport à la régression linéaire. En conclusion, il semble

préférable d’effectuer la prédiction de la grandeur d’intérêt directement en fonction des facteurs

observés. Toutefois cette dernière méthode est sensible au choix de la base d’apprentissage. D’autre

part, la prédiction du débit par reconstruction du profil présente l’avantage d’être plus proche de

la physique du système.
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Fig. 6.23 – Histogramme des erreurs relatives.

méthode moyenne écart-type

régression linéaire 5.06 · 10−3 5.94 · 10−3

modèle bôıte noire (16 facteurs, n = 400) 2.39 · 10−4 4.85 · 10−3

Tab. 6.2 – moyenne et écart type des erreurs relatives
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6.4.2 Prédiction en climatologie

Nous avons comparé les performances d’un modèle bôıte noire à noyau avec celles d’un percep-

tron multicouche ou multilayer perceptron (MLP) en anglais, qui est un cas particulier classique

de réseau de neurones formels (Bishop, 1995). Cette étude nous a été proposée par le Laboratoire

de Météorologie Dynamique (LMD) de l’École Polytechnique. Nous l’utilisons pour insister sur

les problèmes spécifiques aux systèmes ayant des espaces de facteurs de dimension élevée.

Description du problème

L’objectif est la prédiction de la concentration d’un gaz5 dans l’atmosphère terrestre à partir de

données satellite. Ce problème est un thème de recherche du LMD qui nous a gracieusement offert

des données. Le modèle du processus générant les données permet de calculer des températures de

brillance de l’atmosphère à différentes fréquences du domaine spectral infrarouge et microonde en

fonction de paramètres caractérisant une situation atmosphérique (température, pression, concen-

tration des composants de l’atmosphère [H2O, O3, N2O, CO, CO2, etc.]). Ces températures de

brillance correspondent aux données délivrées par des capteurs embarqués à bord d’un satellite, qui

sont sensibles dans une bande limitée du domaine spectral infrarouge et microondes (ces bandes

de fréquence sont également appelées canaux ). Dans le modèle, la concentration du gaz étudié

varie sur une plage d’environ 350 ppmv (parties par million et par volume) à 400 ppmv.

Les canaux sont plus ou moins sensibles à la présence du gaz étudié, mais la concentration en

gaz ne peut pas être déterminée en utilisant un seul canal puisque d’autres facteurs interviennent

dans les variations des températures de brillance. Les données fournies comportent environ mille

concentrations du gaz étudié en fonction de trente-cinq températures de brillance dans des canaux

susceptibles de comporter des informations permettant de prédire la concentration du gaz. La

figure 6.24 présente des exemples de vecteurs de températures de brillance correspondant à deux

concentrations différentes (les autres paramètres de l’atmosphère varient). Nous notons que les

températures sont fortement corrélées.

Prédiction

Les données sont divisées en deux sous-ensembles, l’un constituant des observations disponibles

pour la prédiction, l’autre constituant les données de tests (base d’apprentissage et base de vali-

dation). La méthode de prédiction utilisée par le LMD est fondée sur un réseau de neurones MLP

(Bishop, 1995). Au moment où nous avons traité les données, ce MLP était capable de prédire les

concentrations de gaz dans la base de validation avec un écart type de 0.25 ppmv environ. Nous

avons repris cette étude avec une approche par krigeage.

Étude préliminaire. Nous commençons l’analyse des données en estimant le variogramme des

données en fonction de la distance euclidienne (figure 6.25). La variance des accroissements s’avère

ne dépendre que très peu de la distance euclidienne entre les facteurs (le variogramme γ̂(h) est

approximativement constant quelle que soit la distance h entre les vecteurs de facteurs). Un modèle

avec un processus aléatoire stationnaire isotrope ne semble donc pas pertinent. Notons que le

5Il n’est pas possible de révéler la nature de ce gaz dans le cadre de ce manuscrit.
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Fig. 6.24 – Vecteurs de températures de brillance pour une concentration de gaz égale à 352 ppmv

(courbes en trait plein) et 392 ppmv (courbes en trait discontinu)

variogramme est calculé en fonction de la distance euclidienne mais le système peut n’être ni

isotrope ni même intrinsèquement isotrope d’ordre 1 (isotropie des accroissements filtrant les

tendances linéaires).

Nous effectuons ensuite la régression linéaire de la concentration du gaz par les facteurs. La

variance d’erreur sur les données d’apprentissage est d’environ 1.29 ppmv et de 1.31 ppmv sur

les données de validation, ce qui représente environ 2% de la variation totale de la sortie. Il y

a donc une tendance linéaire. Nous estimons également le variogramme des résidus en fonction

de la distance euclidienne (figure 6.25). Nous constatons que le variogramme des résidus possède

une structure plus marquée que dans le cas précédent, ce qui permet d’envisager des résultats

intéressants avec une IRF d’ordre un ou plus.

Pour terminer cette étude préliminaire, nous présentons à la figure 6.26 un histogramme des

distances des points de la base d’apprentissage au centre de gravité de la base. Nous constatons

que les distances ont tendance à se concentrer autour d’une distance moyenne. Il n’y pas de point

au voisinage immédiat du centre de gravité. Nous interprétons ces résultats comme un phénomène

de concentration de la mesure qui suggère que la prédiction par krigeage à partir de covariances

isotropes sera difficile .

Première expérience. Un premier essai de prédiction avec une IRF(1) et une covariance po-

lynomiale d’ordre 1 isotrope donne un écart type d’erreur de prédiction sur les données de va-

lidation de 0.75 ppmv environ. Les paramètres de la covariance sont estimés par maximum de

vraisemblance. L’estimation prend quelques minutes. Si nous utilisons une IRF(2) en gardant une

covariance polynomiale d’ordre 1, l’écart type d’erreur de prédiction sur les données de validation

tombe à 0.445 ppmv. Lors de ce premier essai, nous n’avons donc pas atteint les performances du

MLP mais l’erreur de prédiction est d’un ordre de grandeur acceptable.
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résidus représentée en trait interrompu
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Fig. 6.26 – Histogramme des distances des données à leur centre de gravité

Deuxième expérience. Nous pensons que la principale limitation de l’approche précédente

est de considérer une covariance isotrope. Or il est probable que le système ne soit pas du tout

isotrope. Notamment, certains canaux présentent une grande variance de température mais sont

peut-être très peu sensibles aux variations de la concentration du gaz. À l’inverse, certains canaux

présentant une faible variance de température peuvent comporter beaucoup d’information sur

la concentration. L’utilisation de la distance euclidienne peut donc faire perdre de l’information

contenue dans les canaux sensibles au gaz étudié.

Pour essayer de contourner cette difficulté, nous opérons empiriquement une transformation

linéaire de l’espace des facteurs en effectuant une dilatation dans une direction particulière. L’ob-

jectif est d’éloigner les points comportant des informations différentes sur la concentration. Nous

choisissons la direction du vecteur b obtenu lors de la régression linéaire en fonction des facteurs,

c’est-à-dire le vecteur b minimisant
∑n
i=1(f

obs
xi

− bTxi)
2. La méthode donne des résultats intéres-

sants puisqu’après transformation de l’espace des facteurs, nous obtenons un écart type d’erreur

de prédiction sur les données de validation d’environ 0.411 ppmv.

Troisième expérience. Nous essayons de généraliser l’approche précédente en effectuant une

transformation linéaire de l’espace des facteurs dont les paramètres sont estimés à l’aide d’un critère

du maximum de vraisemblance (les paramètres de la covariance généralisée restent fixés). Pour ce

faire, nous estimons les paramètres d’une matrice triangulaire supérieure V telle que les nouveaux

facteurs s’expriment sous la forme V x. Une telle matrice comporte n(n + 1)/2 = 630 éléments

à estimer. Nous utilisons une procédure d’optimisation de type gradient conjugué nécessitant

une évaluation coûteuse6 du gradient. Nous initialisons la matrice V à la matrice identité et

commençons l’optimisation vis-à-vis des seuls éléments diagonaux. Nous optimisons ensuite V sur

6Le calcul de chaque composante du gradient nécessite notamment d’évaluer une matrice de taille n×n. Il serait

très intéressant d’étudier l’apport des techniques de différentiation automatique pour effectuer de tels calculs.
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une base d’apprentissage réduite. Nous utilisons enfin la totalité de la base d’apprentissage pour

terminer l’optimisation. (La procédure complète dure quelques heures avec les moyens actuels de

micro-informatique.) La figure 6.27 représente la matrice V TV obtenue après optimisation. Nous

constatons qu’elle est très différente de la matrice identité initiale, ce qui tend à confirmer le

caractère anisotrope de l’espace des facteurs. L’écart type de l’erreur de prédiction linéaire sur la

base de validation utilisant l’espace des facteurs transformé tombe à 0.36 ppmv. Autrement dit,

le résultat reste moins bon que celui obtenu par MLP. Nous interprétons ce fait comme étant

lié à la difficulté de l’optimisation d’une matrice V comportant beaucoup de paramètres. Cette

interprétation est justifiée par la quatrième expérience.
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Fig. 6.27 – Représentation de la matrice V TV .

Quatrième expérience. Nous supprimons maintenant des facteurs. Ce faisant, l’erreur de pré-

diction diminue ou augmente selon les facteurs supprimés. Par une recherche systématique, nous

atteignons une erreur de prédiction de 0.37 ppmv environ, c’est-à-dire mieux que dans la deuxième

expérience. Nous en tirons deux conclusions.

– dans un problème où la dimension de l’espace des facteurs est élevée, si certains facteurs ne

contribuent pas (ou très peu) aux variations de la sortie, ces facteurs « inutiles » perturbent

la prédiction ;

– les méthodes d’estimation de la covariance ne sont pas très performantes dans le cas des

espaces de facteurs de dimension élevée.

En conclusion, nous ne sommes pas parvenu à atteindre le résultat obtenu avec le MLP, même

si les écarts type des erreurs de prédiction sur les données de validation sont du même ordre de

grandeur (0.36 ppmv pour le krigeage, 0.25 ppmv pour le MLP). Nous n’avons pas cherché à aller

plus loin dans cette étude pour le moment parce que notre travail est surtout motivé par les aspects

méthodologiques et l’utilisation de méthodes systématiques (nous n’avons pas cherché à optimiser

empiriquement la covariance, ce qui pourrait permettre éventuellement de battre le MLP). Nous

tirons les conclusions suivantes.

Tout d’abord, nos modèles à noyaux se comparent ici défavorablement au meilleur réseau de

neurones obtenu. Nuançons cette affirmation. En fait, nous n’avons pas réellement comparé une

méthode de régression régularisée à noyau et un réseau de neurone. Nous avons plutôt comparé une
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(ou deux) méthodes d’optimisation de la covariance à une procédure d’optimisation des poids d’un

réseau de neurones. Par conséquent, une conclusion plus exacte serait que nous ne disposons pas

pour le moment de méthodes efficaces d’optimisation de la covariance lorsque l’espace des facteurs

est de grande dimension. Cette constatation nous a poussé a chercher d’autres possibilités pour

choisir un noyau adapté à partir des données (voir nos propositions dans les sections 5.4.4, 6.5 et

l’annexe A).

Par ailleurs, nous ne sommes pas des spécialistes de l’application traitée. Nous n’avons pas

bénéficié de la même expertise que celle utilisée pour construire le réseau de neurones. Dans

l’étude effectuée au LMD, la structure du MLP a été choisie pour intégrer le plus de connaissance

a priori possible (prétraitementssur les facteurs, prise en compte d’a priori sur les sorties, etc.).

Nous aurions probablement amélioré nos prédictions en prenant en compte ces informations.

D’autres possibilités auraient pu être envisagées. Citons, par exemple, celle qui consisterait à

utiliser la corrélation spatiale (sur le globe terrestre) de la concentration du gaz étudié, ou celle qui

utiliserait comme information a priori les concentrations prédites par des modèles climatologiques

du transport du gaz. Il nous semble que ces dernières approches seraient très pertinentes mais

difficiles à mettre en œuvre avec un MLP.

Nous pensons également que l’inconvénient majeur des MLP est qu’il est très difficile (car très

empirique) de choisir la structure du réseau (nombre de couches, nombre de neurones dans les

couches cachées, procédure d’optimisation). Finalement, le coût de la procédure d’optimisation

du MLP (environ quatorze heures sur un ordinateur puissant) est beaucoup plus élevé que celui

des optimisations du noyau que nous avons essayées (quelques heures sur un ordinateur personnel

dans le cas le plus complexe, et ce pour un résultat comparable).

6.5 Prédiction de séries temporelles

Dans cette section, nous explorons le problème de la prédiction de séries temporelles en utilisant

les méthodes de régression à noyau étudiées dans ce mémoire. Nous traitons une série temporelle

comme des observations échantillonnées d’une réalisation d’un processus gaussien à temps continu

et proposons une méthode pour choisir la covariance. L’avantage de ce point de vue est qu’il

permet aussi de considérer des séries temporelles non uniformément échantillonnées.

Pour illustrer la méthode, considérons la série chronologique classique du nombre de lynx

au Canada entre 1821 et 1934 (voir la figure 6.28). Elle est étudiée en détails dans (Brockwell

et Davis, 1987), ce qui permet de comparer facilement les performances des modèles proposés.

Nous la modélisons par un processus gaussien stationnaire F (t), où t ∈ R est le facteur temps,

de moyenne inconnue et de covariance k(h), à choisir. La série observée correspond donc à une

réalisation fobs ∈ Rn du vecteur aléatoire (F (t1), . . . , F (tn))
T et la prédiction est un problème

d’extrapolation, pour lequel nous avons vu des exemples dans la section 6.1.1. La difficulté du

problème est de choisir une covariance appropriée pour F (t).

Le caractère périodique de la série explique la forme oscillante de la fonction d’autocovariance

empirique de la série, présentée à la figure 6.29. Cette remarque suggère de prendre k(h) sous

la forme d’une covariance avec des oscillations amorties. Toutefois, des expériences numériques

avec des modèles de covariance simples7 (c’est-à-dire comportant relativement peu de paramètres)

7Ces expériences numériques sont menées avec des covariances de type cosinus amorti.
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Fig. 6.28 – Évolution du logarithme en base 10 du nombre de lynx au Canada sur la période

1821–1934 (les abscisses correspondent à des pas de temps en années).

ne conduisent pas à des résultats satisfaisants. Notons que le modèle proposé par (Brockwell

et Davis, 1987) est un AR d’ordre 12 (sélectionné d’après un critère d’Akaike), ce qui signifie

qu’il y a typiquement six modes de résonance. Le modèle de covariance de cet AR(12) possède

donc une capacité d’adaptation aux données plus importante que les covariances à temps continu

mentionnées ci-dessus. Ceci souligne la faiblesse des procédures classiques de choix de covariance

où l’on sélectionne des noyaux dans des familles restreintes (voir la discussion de la section 5.4.4).

Nous proposons ci-dessous une solution adaptée au cas d’espaces de facteurs unidimensionnels.

En se fondant sur les éléments de la section 3.4.1, nous cherchons à écrire la covariance de F (t)

sous la forme

k(t, s) = (r(t), r(s))R2l ,

où r(t) est une fonction vectorielle de dimension 2l s’écrivant sous la forme

r(t) = [α1 cosu1t, α1 sinu1t, α2 cosu2t, α2 sinu2t, . . . , αl cosult, αl sinult]
T
.

Les pulsations ui peuvent être choisies a priori et il y a donc alors l paramètres ajustables dans

cette covariance, que nous réécrivons

k(t, s) =

l∑

i=1

α2
i cosui(t− s) ,

ce qui montre que k est invariante par translation. Pour des raisons de mise en œuvre, nous la

reparamétrons sous la forme

k(h) =

l∑

i=1

eαi cosuih . (6.3)



6.5 Prédiction de séries temporelles 213

Notons que la périodicité de k(h) n’est pas gênante si l’on prend soin de choisir une période plus

grande que l’horizon d’étude de F (t).

Nous souhaitons estimer les paramètres αi lorsque l est grand (typiquement quelques cen-

taines). La forme paramétrique (6.3) s’apparente alors à une série de Fourier. Une première idée

consiste à estimer les αi par maximum de vraisemblance restreint (REML). Cette méthode est

préférée à celle du maximum de vraisemblance parce que la moyenne de F (t) est inconnue. D’après

la figure 6.29, la covariance à temps continu ainsi obtenue par cette estimation apparâıt qualita-

tivement proche de la covariance empirique.

Pour évaluer la qualité du modèle, nous utilisons le même critère S que dans (Brockwell et

Davis, 1987), c’est-à-dire la moyenne quadratique des erreurs de prédictions à un pas sur les 14

dernières valeurs de la série. S vaut 0.138 dans le cas de l’AR(12) proposé par Brockwell et Davis

(1987) et environ 0.350 dans notre cas. Notre résultat de prédiction à un pas est donc très mauvais.

En conclusion, même s’il existe une bonne fidélité entre le modèle de covariance et la covariance

empirique, la capacité de prédiction (ou de généralisation) n’est pas satisfaisante. Il s’agit d’un

phénomène de sur-adaptation aux données qui s’explique par le fait que le modèle de covariance

comporte plus de paramètres qu’il n’y a de données.

Il apparâıt nécessaire de régulariser les paramètres αi, ce qui peut se faire par une méthode

d’estimation du maximum a posteriori avec un a priori de régularité sur les paramètres. Comme

ces paramètres s’apparentent à une estimée de la densité spectrale et que nous voulons que cette

estimée soit relativement régulière, l’idée proposée est de modéliser les paramètres αi par un

processus gaussien α(u), tel que αi = α(ui), i = 1, . . . , l. Autrement dit, la densité de probabilité

du vecteur aléatoire α = (α(u1), . . . , α(ul))
T s’écrit sous la forme

p(α) =
1

Z
exp

(
−1

2
(α − ᾱ)TK−1

α,reg(α − ᾱ)

)
,

où Z est une constante de normalisation, où ᾱ est la moyenne du vecteur α, et où Kα,reg est sa

matrice de covariance. Nous faisons l’hypothèse que la moyenne du processus α(u) est inconnue

mais possède une forme linéairement paramétrée, par exemple du type b0 + b1u. Il reste à effectuer

le choix de la covariance de α(u). Nous avons choisi une covariance de type exponentielle en

ajustant ses paramètres par une validation croisée rudimentaire.

Avec cet a priori, nous choisissons une estimée de α au sens du MAP, c’est-à-dire en maximisant

J(α) = − n− q

2
log 2π − 1

2
log det(W TK(α)W ) − 1

2
zT(W TK(α)W )−1z

− 1

2
αTWα(W T

αKα,regWα)−1W T

αα

(6.4)

par rapport à α. L’expression (6.4) est constituée de deux parties. La première correspond à la

log-vraisemblance restreinte formée à partir d’une matrice de contrastes W de taille n× (n− q),

où q est la dimension de l’espace N des fonctions polynomiales contenant la moyenne inconnue

de F (t). Le vecteur des contrastes z s’obtient donc par la transformation linéaire z = W Tfobs.

La matrice K(α) désigne la matrice de covariance du vecteur des observations, formée à partir de

k(h) paramétrée par α. (Voir la section 5.4.5 pour plus de détails concernant l’estimation REML.)

Le dernier terme de (6.4) correspond à la log-densité restreinte du vecteur des paramètres formée
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à partir d’une matrice de contrastes Wα. Nous utilisons cette formulation pour ne pas avoir à

prendre en compte la moyenne inconnue du processus α(u).

Il est aisé de maximiser (6.4) par rapport aux paramètres αi parce que le gradient possède une

expression analytique simple. Sur la série des lynx nous obtenons ainsi des valeurs S entre 0.120

et 0.125, selon le choix des paramètres de la covariance de α(u). Les performances de prédiction

sont donc meilleures que celles obtenues avec le modèle AR(12) de Brockwell et Davis (1987). La

covariance estimée est présentée à la figure 6.29. Les paramètres α̂i estimés sont représentés en

fonction des pulsations ui sur la figure 6.30 où nous avons également représenté la densité spectrale

du processus AR(12) de Brockwell et Davis (1987). On constate la ressemblance entre les deux

courbes. L’avantage du modèle proposé est que l’on contrôle de manière flexible l’adaptation aux

données. En conclusion, cette méthode, qui peut s’appliquer aussi à des séries non uniformément

échantillonnées, se révèle pertinente et pourrait constituer la base de futurs travaux. Les résultats

présentés dans cette section restent toutefois préliminaires et d’autres possibilités pourraient être

envisagées.

* * *

Nous avons également exploré une seconde méthode de prédiction, dans laquelle l’idée était de

corriger un modèle autorégressif linéaire par un modèle autorégressif non-linéaire à l’aide de for-

mulations semi-paramétriques. Nous mentionnons cette méthode mais nous pensons qu’elle reste

très préliminaire. Dans ce contexte, une série chronologique (xt)t∈Z est modélisée par des variables

aléatoires Xt, t ∈ Z, telles que

Xt = F (Xt−1, Xt−2, . . . , Xt−p) +Nt ,

où F (x[1], . . . , x[p]) est un processus aléatoire gaussien paramétré par d variables (indépendant de

la série (Xt)), et (Nt) est un bruit blanc centré. Nous supposons que la moyenne du processus est

une fonction linéaire des paramètres x[1], . . . , x[p]. Il y a deux possibilités. Si nous supposons établi

un modèle AR(p) φ(B)Xt = Zt, où φ(z) = 1−φ1z−· · ·−φpz
p est un polynôme de degré p, B est

l’opérateur retard et Zt un bruit blanc centré, la moyenne de F peut être choisie sous la forme

E[F (x[1], . . . , x[p])] = b0 + b1(φ1x[1] + · · · + φpx[p]) ,

où b0, b1 ∈ R sont des constantes inconnues. Si aucun modèle AR n’est déterminé à l’avance, la

moyenne de F peut s’exprimer sous la forme

E[F (x[1], . . . , x[p])] = b0 + b1x[1] + · · · + bpx[p] ,

avec des constantes bi ∈ R inconnues. Ces deux formulations nous permettent d’introduire dans

un modèle NAR un modèle AR, considéré comme modèle a priori. Nous avons appliqué cette

méthode à la série des lynx en utilisant un ordre 12 d’autorégression et une covariance de Matérn,

dont les paramètres sont estimés par la méthode REML. Les résultats obtenus sont décevants.

Typiquement, il n’a pas été possible d’améliorer les performances de prédiction. Nous interprétons

ce résultat comme étant lié à la difficulté de prédire efficacement dans des espaces de grande

dimension et avec un faible nombre de données (dans notre cas, il s’agit de prédire en dimension

12 avec une centaine de données seulement).
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Fig. 6.29 – Fonctions de covariance de la série des lynx ; (a) covariance à temps discret estimée

empiriquement (estimateur non biaisé) ; (b) covariance à temps continu estimée par maximum de

vraisemblance ; (c) covariance à temps continu estimée par maximum a posteriori.
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Fig. 6.30 – Représentation des paramètres estimés (et renormalisés) de la covariance en fonction

de la pulsation (trait continu). Densité spectrale du modèle AR(12) de Brockwell et Davis (1987)

(trait interrompu).

6.6 Éléments de planification d’expérience : problème de

construction d’éclateurs à gaz

Cette section présente nos résultats dans le cadre d’un étude industrielle pour la société

THALES, pour le compte de la DGA/SPAé. Dans cette étude, nous posons le problème de

la planification d’expériences, c’est-à-dire celui du choix d’un ensemble d’observations permettant

de minimiser l’erreur de prédiction d’un modèle bôıte noire. Nous présentons les éléments sur

lesquels nous avons commencé à réfléchir et la démarche retenue (Sacks et al., 1989) pour cette

application qui n’est qu’à ses débuts.

6.6.1 Présentation et formalisation du problème

Un éclateur à gaz est un composant fortement non-linéaire pouvant être simulé au moyen d’un

modèle comportemental conçu par les experts du domaine. Ce modèle de simulation est un sys-

tème d’équations différentielles représenté par un schéma électrique équivalent (voir la figure 6.31)

comportant des composants passifs non-linéaires. Les paramètres du modèle doivent être adaptés

à chaque type d’éclateur. Un type d’éclateur est spécifié par des paramètres technologiques définis

par le fabricant, et qui diffèrent dans leur nature de ceux des paramètres du modèle de simulation.

Pour adapter les paramètres du modèle de simulation à un type d’éclateur, l’expert procède à une

série de tests sur un éclateur réel et en déduit la valeur des paramètres de simulation. La valeur
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des paramètres ainsi estimés présente naturellement une incertitude liée au caractère expérimental

des tests.

PSfrag replacements

Cp

u

i1

R1

i

R2

L

Fig. 6.31 – Schéma électrique équivalent d’un éclateur.

L’objectif de l’étude est la prédiction des paramètres du modèle de simulation d’un éclateur à

partir de la donnée de ses paramètres technologiques. Il s’agit donc d’éviter la construction effective

des éclateurs à gaz, suivie de la phase de tests. L’opération inverse, qui consiste à déterminer les

paramètres technologiques d’un éclateur à partir d’un jeu de paramètres du modèle de simulation,

doit aussi être envisagée. Le tableau 6.3 énumère les paramètres du modèle de simulation et les

paramètres technologiques.

Paramètres de simulation Paramètres technologiques

capacité parasite Cp distance inter-électrode

tension d’arc Varc volume/surface des électrode

tension Vstat pression partielle d’argon

puissance Pmax dilution de la poudre d’activation

inductance L0 nature du métal d’électrode

constante K type de traits en graphite

courant Iseuil gaz d’addition

courant I0

Tab. 6.3 – Les deux types de paramètres d’un éclateur.

On remarque que les paramètres de simulation sont tous quantitatifs, contrairement à certains

paramètres technologiques. On appellera ces paramètres non quantitatifs facteurs catégoriels. Du

point de vue de la modélisation, les facteurs catégoriels sont difficiles à utiliser. Distinguons trois

approches possibles pour incorporer des facteurs catégoriels. Nous pouvons tout d’abord chercher

des grandeurs numériques pertinentes pour caractériser les catégories. Par exemple, dans le cas

du paramètre « nature du métal », il pourrait s’agir de la conductivité électrique et thermique.
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Notons que cela peut conduire à considérer des facteurs supplémentaires. Une autre approche

conduisant aussi à une augmentation du nombre des facteurs consiste à coder un facteur catégoriel

par des valeurs binaires, valant zéro ou un pour chaque catégorie. Une dernière approche consiste à

attribuer à un facteur catégoriel une grandeur numérique, comme par exemple la valeur moyenne

de la grandeur à prédire pour une catégorie.

Dans cette étude, le modèle bôıte noire donnant la relation entre les paramètres technologiques

et les paramètres de simulation sera obtenu à partir de n = 22 expériences (nombre limité par

le cahier des charges), chaque expérience consistant à construire une série d’éclateurs supposés

identiques, spécifiés à l’aide des d paramètres technologiques (paramètres qui joueront donc le rôle

des facteur notés x) et à effectuer les tests permettant d’en déduire les paramètres du modèle de

simulation. Les q paramètres de simulation joueront donc le rôle du vecteur des sorties f(x).

6.6.2 Généralités sur la planification des expériences

Dans cette section, nous rappelons brièvement les différents types d’échantillonnage et quelques

notions sur la planification d’expérience (voir par exemple Sacks et al., 1989 ; Walter et Pronzato,

1997).

Vocabulaire classique sur l’échantillonnage

Passons en revue quelques possibilités d’échantillonnage. Notons que le problème de l’échan-

tillonnage a été très étudié en statistiques (Cochran, 1977).

Échantillonnage systématique. Il s’agit de l’échantillonnage régulier évoqué plus haut. L’in-

convénient d’un échantillonnage effectué sur des grilles est qu’il peut demander beaucoup d’obser-

vations en dimension élevée.

Échantillonnage aléatoire. n expériences sont choisies au hasard. C’est la méthode la plus

simple.

Échantillonnage aléatoire stratifié. L’échantillonnage aléatoire stratifié permet d’améliorer

l’échantillonnage aléatoire dans certain cas, notamment quand on possède des informations sur

le processus. Il consiste à déterminer des blocs (les strates) et d’effectuer un échantillonnage

aléatoire dans ces blocs (éventuellement une seule observation par bloc). Par exemple, dans le cas

des éclateurs à gaz, les experts possèdent des données sur des éclateurs qualifiés de « faible » et

« robuste ». Il serait possible d’établir des strates selon la distance à ces observations, en supposant

que les principales variations des grandeurs seront selon la direction « faible » – « robuste ». Il

existe d’autres possibilités.

Échantillonnage probabiliste. L’échantillonnage dit probabiliste est le cadre théorique per-

mettant de regrouper les échantillonnages précédents. Chaque site dans l’espace des facteurs se

voit attribuer une probabilité d’être sélectionné.
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Échantillonnage adaptatif. Une série d’observation est effectuée, et la stratégie pour les ob-

servations suivantes est décidée en conséquence pour satisfaire un critère. Cette façon de procéder

nous semble être à privilégier compte tenu du faible nombre d’expériences autorisé et pour éviter

de gaspiller des expériences.

Échantillonnage avec information a priori et facteurs explicatifs. Cet échantillonnage

nous semble la stratégie la plus intéressante. Il s’agit de prendre en compte dans la stratégie

d’échantillonnage l’effet sur la sortie de quelques facteurs seulement que l’on sait avoir une influence

essentielle. Cette stratégie rejoint une remarque de Stein dans son commentaire faisant suite à

(Sacks et al., 1989). Étudier la mise en œuvre systématique de cette démarche fait partie de nos

perspectives.

Le protocole expérimental à mettre en place pour établir le modèle doit permettre de minimiser

le nombre d’expériences à qualité donnée ou de maximiser la qualité du modèle à coût expérimental

donné. Pour planifier une expérience, il faut commencer par définir un modèle ainsi qu’un critère

de qualité et optimiser ce critère par rapport aux expériences, c’est-à-dire ici, au choix des vecteurs

de facteur x1, . . . ,xn.

Dans le cas de modèles paramétriques, l’approche classique est de choisir un critère relié à

l’incertitude sur les paramètres. Ce critère est généralement une fonction scalaire de la matrice

d’information de Fisher Iθ. Rappelons que sous certaines hypothèses, l’estimateur du maximum

de vraisemblance des paramètres tend asymptotiquement (n → ∞) vers la distribution de loi

normale N (θ∗, I−1
θ∗ ), où θ∗ est le vecteur de paramètres inconnus à estimer. Le critère d’optimalité

le plus utilisé correspond à minimiser det I−1
θ∗ , ou de manière équivalente maximiser det Iθ∗ . Ce

critère, dit de D-optimalité (D comme déterminant), revient à minimiser le volume des ellipsoı̈des

d’incertitude asymptotique sur les paramètres estimés. D’autres critères peuvent être utilisés.

Deux grands types de stratégie d’optimisation de ces critères existent. Le premier cherche l’op-

timum global du critère d’optimalité pour n expériences simultanément. Le second est séquentiel

et conduit à optimiser itérativement le critère en ajoutant une nouvelle expérience à chaque étape.

Dans le cas d’un modèle linéairement paramétré, la matrice de Fisher ne dépend pas des para-

mètres et il est aisé d’établir un protocole expérimental pour déterminer les paramètres du modèle

de façon optimale.

Pour des modèles de type krigeage, le critère à optimiser naturel est plutôt fondé sur la variance

de prédiction (voir Sacks et al., 1989). Reprenons l’exemple de la figure 2.3. On constate que

la variance de prédiction est plus grande dans l’intervalle [3, 5] où il n’y pas de données. Une

observation supplémentaire semble donc intéressante dans la zone où la prédiction est la plus

mauvaise (vers x ≈ 4). Plus généralement, nous pouvons envisager différentes stratégies pour

choisir un bon échantillonnage.

– maximiser la quantité d’information (minimiser l’entropie) des sites échantillonnés à pro-

pos des sites non observés à prédire (Shewry et Wynn, 1987, 1988). Si les données sont

gaussiennes, cela correspond à maximiser la corrélation entre m sites à prédire et n sites

échantillonnés.

– minimiser le maximum de la variance d’erreur de prédiction sur le domaine d’étude (Maxi-

mum Mean Square Error selon la terminologie de Sacks et al. (1989)). Comme les maxima

de variance d’erreur de prédiction sont généralement observés pour les points éloignés des
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sites observés, cela revient approximativement à minimiser la plus grande distance entre les

sites observés.

– minimiser la moyenne de la variance de l’erreur de prédiction.

– minimiser des moyennes pondérées de la variance d’erreur de prédiction (Integrated Mean

Square Error selon la terminologie de Sacks et al. (1989)).

Pour une structure de covariance isotrope, pour laquelle la covariance décrôıt de façon mo-

notone en fonction de la distance, un échantillonnage régulier qui minimise la variance maximale

d’erreur de prédiction peut être trouvé (Künsch et al., 2003). En dimension deux par exemple,

il s’agit d’un échantillonnage régulier triangulaire. S’il existe des anisotropies, la grille d’échan-

tillonnage optimale sera déformée. Cependant, ces considérations ne tiennent que si la fonction de

corrélation est connue. Dans le cas contraire, il est souhaitable d’effectuer un échantillonnage pré-

liminaire pour déterminer la structure des données. Dans ce cas, l’échantillonnage le plus adapté

n’a aucune raison d’être régulier, ce que confirme l’expérience numérique ci-dessous.

6.6.3 Expérience numérique sur la planification d’expériences pour dé-

couvrir la structure des données

Dans ce paragraphe, nous nous intéressons à l’influence de l’échantillonnage sur l’estimation

du modèle aléatoire par la méthode du maximum de vraisemblance. Notons que cette question

est différente mais pas éloignée de celle de la planification d’expérience. L’expérience que nous

proposons consiste à simuler N réalisations d’un processus aléatoire gaussien centré, stationnaire

et de covariance de Matérn de paramètres ν = 2, ρ = 0.1 et σ2 = 1. Le processus aléatoire est

échantillonné sur [0, 1] de deux façons :

1. aux points xi = i/6, i = 0, . . . , 6 ;

2. aux points xi = 2−i, i = −6, . . . , 0.

Le premier échantillonnage correspond donc à un échantillonnage régulier et le second à un échan-

tillonnage logarithmique. Le premier échantillonnage sera donc plus satisfaisant que le second du

point de vue de la prédiction. Cependant, si le critère considéré est non plus l’erreur de prédic-

tion mais la variance d’estimation des paramètres de la covariance, nous pouvons nous attendre

à ce que la situation soit renversée. Pour le vérifier, nous calculons pour chaque réalisation la

dérivée seconde de la log–vraisemblance relative au paramètre ν de la covariance. La moyenne de

ces dérivées secondes est, à un signe près, l’information de Fisher relative au paramètre ν. Un

histogramme de ces dérivées secondes est présenté à la figure 6.32 et nous constatons d’après la

table 6.4 que la variance estimée de l’estimateur du maximum de vraisemblance du paramètre ν

est beaucoup plus grande dans le cas de l’échantillonnage régulier.

échantillonnage écart type

No 1 6.5

No 2 0.7

Tab. 6.4 – Écarts type estimés pour ν̂.

Une autre situation peut conduire à ne pas considérer systématiquement l’échantillonnage

régulier. Il s’agit du cas où certaines informations a priori sont connues. Si le comportement du
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Fig. 6.32 – Histogrammes de la dérivée seconde de la log–vraisemblance pour 10000 réalisations

et tableau des écarts type estimés. L’histogramme correspondant à l’échantillonnage No 1 est

représenté en blanc ; celui correspondant à l’échantillonnage No 2 est en gris.
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système est connu a priori dans une région donnée de l’espace des facteurs, il semble inutile de

faire des observations dans cette région (voir le paragraphe 6.6.4).

6.6.4 Inclusion nécessaire d’information a priori

Comme nous l’avons noté au chapitre 5, les performances d’une modélisation de type bôıte

noire dépendent du nombre d’observations mais aussi, de la dimension de l’espace des facteurs,

ce problème étant connu sous le terme anglais de curse of dimensionality. Si la dimension de

l’espace des facteurs augmente il faudra naturellement plus de données pour explorer cet espace

d’une façon satisfaisante. Dans cette application se pose donc de nouveau le problème de la limi-

tation du nombre d’observations disponibles pour établir le modèle. D’une part, nous avons peu

d’observations et d’autre part, l’espace des facteur est de grande dimension.

Par exemple, en dimension 2, 4 expériences suffisent pour parcourir les sommets d’un carré,

mais si l’on retient 7 facteurs, correspondant aux paramètres de simulation par exemple, il faut

27 = 128 observations pour parcourir les sommets d’un hypercube dans l’espace des facteurs.

Notons qu’interpoler une fonction en dimension 2 avec 4 points seulement est déjà une situation

délicate. Nous pouvons également nous intéresser au nombre de points (ou expériences) nécessaires

pour définir un polynôme d’ordre k dans un espace de dimension n. Ce nombre est Cnn+k (autant

d’expériences que de paramètres). Par exemple, il faut C2
3 = 3 points pour déterminer de manière

unique un polynôme d’ordre 1 en dimension 2, c’est-à-dire du type a0 + a1x[1] + a2x[2]. Il faut 6

points pour définir un polynôme d’ordre 2 du type a0 +a1x[1] +a2x[2] +a3x[1]x[2] +a4x
2
[1] +a5x

2
[2].

En dimension 7, il faut 7 points pour définir un polynôme d’ordre 1 et 28 pour définir un polynôme

d’ordre 2. Ces considérations montrent qu’il n’est pas possible de déterminer un polynôme complet

d’ordre supérieur à 1 en dimension 7 à partir de 22 expériences seulement, comme imposé dans le

cahier des charges de cette étude. On pourrait donc penser a priori que l’on ne pourra pas proposer

mieux qu’un modèle paramétrique linéaire avec éventuellement quelques termes mixtes (monômes

en x[i]x[j]).

Pour remédier à ce problème, il y a deux types de solution. Nous pouvons essayer de réduire le

nombre des facteurs, en faisant l’analyse des facteurs qui n’interviennent pas pour une grandeur

à prédire. Le deuxième type de solution est d’introduire de l’information a priori sur la nature du

processus étudié.

Nous avons demandé aux experts de nous fournir trois types d’informations. Nous cherchons

d’abord les informations pouvant aider à déterminer un modèle de covariance. Ces informations

sont par exemple les incertitudes sur les paramètres technologiques (les facteurs) et sur les para-

mètres de simulation déterminés à partir de ceux-ci (ces incertitudes correspondent pour nous à des

bruits d’observation), ainsi que la sensibilité ou la rapidité des variations des grandeurs de sortie

en fonction des facteurs (l’objectif est d’estimer qualitativement la portée de la covariance). Nous

avons ensuite cherché à déterminer quels facteurs a priori sans influence sur certaines grandeurs de

sortie. Ce type d’information permet alors d’envisager de diminuer le nombre d’expériences néces-

saires en réduisant la dimension de l’espace des facteurs. Enfin, le comportement des grandeurs à

prédire est parfois plus ou moins connu, même si cette information se réduit à des comportements

au « premier ordre ». Nous avons particulièrement insisté sur ce dernier point. Par comportement

au « premier ordre », nous entendons une idée, même vague, de l’influence des facteurs sur les



6.6 Éléments de planification d’expérience : problème de construction d’éclateurs à
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grandeurs de sorties, que l’expert du domaine est souvent capable de fournir. Comme dans la

section 6.3, il est possible d’inclure cette information dans un modèle de type bôıte noire sous

forme de termes paramétriques. Par exemple, la capacité parasite Cp du modèle de simulation

varie, au premier ordre, proportionnellement à S/d, avec S la surface des électrodes et d la dis-

tance inter-électrode. Notons qu’il n’est pas obligatoire de disposer d’un modèle analytique. Une

information du type « telle grandeur augmente avec tel facteur » est déjà intéressante. Les termes

paramétriques peuvent correspondre, par exemple, à des termes linéaires en les facteurs. Enfin, il

peut s’agir de définir des comportements aux limites, ou des ruptures dans les grandeurs à prédire.

Mentionnons enfin que nous avons demandé les résultats des tests effectués sur des éclateurs

existants. Cela pourrait permettre d’établir un premier modèle et faciliter la planification des

expériences.

6.6.5 Méthode de planification retenue

Définition des facteurs et du domaine d’étude

Nous avons demandé des indications précises sur le domaine d’étude des paramètres techno-

logiques. À la suite de cette demande, il a été jugé utile de restreindre le domaine d’étude. Cette

réduction permet de supprimer les dépendances entre les paramètres technologiques. Cela signifie

que l’on a pas de contrainte sur des paramètres liées aux valeurs prises par d’autres paramètres8. Le

domaine d’étude a également été restreint de manière à limiter le nombre de facteurs catégoriels.

Nous avons finalement déterminé que deux facteurs étaient essentiels lors du choix des expé-

riences : la pression partielle d’argon, PAr ∈ [30, 300], et la distance inter-électrodes, d ∈ [0.4, 0.8].

Les autres facteurs sont listés ci-dessous :

– nature du métal ∈ {FN42, Cu},
– gaz d’addition, avec 4 possibilités exclusives : aucun gaz d’addition, néon dilué à 90%, azote

dilué à 50% ou hydrogène dilué à 10%,

– poudre d’activation : PR ∈ {0%, 30%, 60%, 85%},
– traits graphites (4 configurations possibles).

La démarche adoptée pour les facteurs de nature catégorielle est d’assigner des valeurs numériques

aux catégories (voir les paragraphes suivants pour plus de détails).

Approche itérative de la planification

Nous savons que 22 expériences ne suffiront qu’à établir un modèle très approximatif des

relations entre les paramètres. Le modèle que nous construirons sera un interpolateur et redonnera

les valeurs des paramètres du modèle de simulation mesurées aux points d’expériences. Cependant,

on sait bien que plus on s’éloigne des points expérimentaux et plus les prédictions deviennent

incertaines. Si des zones ne nous intéressent pas, il faut donc éviter d’y gaspiller des expériences.

Comme le coût d’une expérience est élevé, nous souhaitons adopter une approche parcimo-

nieuse. Nous proposons donc une approche séquentielle, exploitant les résultats des expériences

précédentes pour le choix des expériences suivantes. À chaque étape de la procédure, la covariance

8Sur le domaine d’étude initialement prévu, il était nécessaire d’ajouter des traits graphites pour les grandes

pressions d’argon. La plage de variations de la pression d’argon, initialement de [5 mbar, 500 mbar], a été réduite

à [30 mbar, 300 mbar].
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du modèle sera réestimée en maximisant la vraisemblance des données obtenues dans les expé-

riences passées. Nous voyons deux avantages à cette approche. S’il apparâıt a posteriori qu’un

facteur n’influence pas la sortie du système ou bien que son influence est facilement prévisible, la

décision de ne pas étudier ce facteur plus avant pourra être prise. Nous pourrons aussi étudier si

l’information a priori est bien conforme aux résultats expérimentaux et adapter nos décisions dans

le cas contraire.

Nous exposons dans les paragraphes suivants la démarche mise en œuvre pour obtenir les

premières expériences à effectuer. Un nombre de quatre expériences initiales a été retenu. Nous

établissons tout d’abord une structure de covariance a priori qui nous semble adaptée au problème

de la modélisation d’éclateurs (cette structure est toutefois choisie en l’absence de toute donnée).

Nous utilisons ensuite cette structure de covariance pour calculer les variances des erreurs de pré-

diction, obtenues après les quatre expériences. Nous choisissons quatre expériences qui minimisent

la moyenne de la variance de l’erreur de prédiction sur le domaine d’étude.

Choix de la structure de covariance a priori

La difficulté du choix d’une structure de covariance pour le problème posé tient à la dimension

de l’espace des facteurs, à la nature catégorielle de certains facteurs et à l’absence de données.

Comme de plus, très peu d’information est disponible, le choix de cette structure initiale de

covariance est largement arbitraire. Les paramètres de cette structure de covariance seront estimés

seulement après les résultats des premières expériences. (La structure de covariance pourra bien

évidemment être modifiée au cours des expériences et notamment, pour établir le modèle final.)

Pour simplifier la mise en œuvre nous choisissons une fonction de covariance radiale k(h),

h ∈ R+. Cette covariance peut par exemple être choisie du type Matérn et comporte alors trois

paramètres. Notons que le paramètre correspondant à la variance n’a aucune incidence sur la plani-

fication des expériences. Bien évidemment, nous ne supposons pas que la structure du problème est

radiale. Nous opérons une transformation des facteurs d’entrées x (les paramètres technologiques)

visant à établir une distance pertinente entre les facteurs.

La démarche suivante a été adoptée.

1. Tous les facteurs sont à valeurs dans [0,1].

2. Les pressions d’argon et la distance inter-électrodes sont modifiées pour donner les éléments

x[1] et x[2] du vecteur x. Nous utilisons les transformations affines

x[1] =
PAr − 30

300− 30

et

x[2] =
d− 0.4

0.8 − 0.4
.

3. Nous codons les deux possibilités pour la nature du métal par l’élément x[3] ∈ {0, 1}.
4. Les quatre possibilités pour le gaz d’addition sont codées par l’élément x[4] ∈ {0, 1/3, 2/3, 1}.
5. La dilution de la poudre d’activation (PR) est codé par l’élément x[5] ∈ {0, 0.30, 0.60, 0.85}.
6. Les traits graphites sont codés par l’élément x[6] ∈ {0, 1/3, 2/3, 1}.
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gaz 225

Comme les facteurs x[1] et x[2] sont fondamentaux dans l’étude nous choisissons de calculer une

distance à partir de ces deux facteurs. Cette distance est ensuite modifiée par des facteurs multipli-

catifs. La formule empirique suivante est utilisée pour calculer la distance entre deux expériences

xi et xj :

h =
√

(dx[1])2 + (dx[2])2ρmétalρgazρPRρtraits ,

avec dx[1] = x[1],i − x[1],j et dx[2] = x[2],i − x[2],j . Les coefficients multiplicatifs ρmétal, ρgaz, ρPR,

ρtraits, supérieurs ou égaux à un, sont calculés en fonction des facteurs x[4] à x[6] selon l’idée

suivante. Si on compare deux mêmes configurations, avec par exemple les mêmes métaux, alors les

variables ρ correspondantes sont égales à un. Si les configurations diffèrent, alors les sorties seront

décorrélés dans une certaine mesure. Nous tenons compte de cette décorrélation en augmentant la

distance de manière empirique. Notons que cette démarche conduit à considérer des paramètres

supplémentaires dans la fonction de covariance. Il aurait été équivalent de calculer k(h) avec

h = ((dx[1])
2 + (dx[2])

2)1/2 et de modifier k(h) ensuite pour tenir compte des décorrélations, par

exemple en multipliant k(h) par des coefficients de décorrélation inférieurs ou égaux à un. Les

deux démarches seront étudiées dans les futurs travaux.

Insistons encore sur le caractère très artificiel du choix de la distance et de la covariance. En

raison de l’absence d’information avant le résultat des premières expériences, la démarche choisie

nous semble cependant raisonnable, car elle privilégie le rôle des deux facteurs principaux tout en

tenant compte des facteurs catégoriels par des coefficients d’ajustement.

Procédure d’optimisation

La démarche choisie pour sélectionner les quatre expériences initiales est présentée dans cette

section. Pour choisir les expériences x1,x2,x3 et x4, nous minimisons la moyenne de la variance

d’erreur de prédiction sur le domaine d’étude. Pour évaluer cette moyenne, nous choisissons un

maillage du domaine d’étude comportant 15488 points, incluant des grilles 11x11 pour les deux

facteurs principaux. Le problème d’optimisation est non-linéaire et porte sur un vecteur de pa-

ramètres de dimension 24 (6 facteurs * 4 expériences = 24 paramètres). En raison de l’existence

de facteurs catégoriels et du choix de la covariance, le coût à minimiser n’est pas continu. La

procédure d’optimisation est donc coûteuse en temps de calcul et peut converger vers des minima

locaux. L’algorithme retenu est une méthode du simplexe de Nelder–Mead. C’est une méthode

de recherche directe (sans information sur le gradient) adapté au cas multidimensionnel et sans

contrainte.

Répétons qu’il faut être prudent vis-à-vis de cette procédure. Même si un minimiseur global est

trouvé, il ne faudrait pas en déduire que les expériences résultantes seront effectivement optimales

au sens du minimum de la moyenne sur le domaine d’étude de la variance de l’erreur. En effet,

la procédure dépend de la covariance choisie mais celle-ci est inconnue en l’absence de résultats

sur les premières expériences. Pour palier au moins partiellement l’incertitude sur la covariance,

nous pouvons toutefois répéter la procédure d’optimisation en choisissant différents paramètres de

covariance.
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Résultats de l’optimisation

Il est facile de constater que l’optimisation converge souvent vers des solutions différentes.

L’existence de celles-ci s’explique en partie par les symétries du problème et par l’équivalence du

critère par permutations des expériences. Elle pourrait aussi résulter de l’existence de minimiseurs

locaux parasites. Nous devons donc prendre soin de choisir plusieurs conditions initiales, typique-

ment aléatoirement. On constate alors heureusement que la valeur de la fonction coût à l’optimum

est à peu près la même et que les solutions trouvées sont toujours plus ou moins semblables, en

particulier pour les pressions d’argon et la distance inter-électrodes.

Les résultats de plusieurs optimisations suggèrent finalement de réaliser les expériences carac-

térisées par les tableaux 1 et 2.

x[1] x[2] x[3] x[4] x[5] x[6]

0.24 0.23 0 0 0.60 1/3

0.76 0.22 0 0 0.30 1/3

0.24 0.74 0 2/3 0.30 1/3

0.76 0.73 1 1 0.60 2/3

Tab. 6.5 – Premières expériences proposées (paramètres normalisés)

argon distance métal gaz PR traits

95 0.50 cuivre aucun 60% 2 traits (L=1.3mm)

235 0.49 cuivre aucun 30% 2 traits (L=1.3mm)

95 0.70 cuivre azote 50% 30% 2 traits (L=1.3mm)

235 0.70 FN42 hydrogène 10% 60% 2 traits (L=1.6mm)

Tab. 6.6 – Premières expériences proposées (paramètres technologiques)

Ces résultats semblent raisonnables même s’ils dépendent, comme mentionné plus haut, des

conditions initiales de l’algorithme d’optimisation et du choix de la covariance. La figure 6.33

montre l’emplacement des expériences dans le plan pression d’argon – distance inter-électrodes.

Nous suggérons donc d’utiliser ces points pour effectuer les premières expériences.

Nous n’avons pas encore eu les résultats des expériences au moment de l’écriture de ce mémoire.

L’étape suivante consistera à estimer les paramètres de la covariance à partir des données obtenues.

La procédure sera répétée jusqu’à obtenir 22 expériences.

6.7 Conclusions

Ce chapitre a présenté une série d’exemples d’application du krigeage à des problèmes de nature

variée. Ces exemples montrent à la fois la simplicité d’utilisation et les performances des modèles

bôıte noire présentés aux chapitres précédents. D’autres exemple d’applications de modélisation

bôıte noire par krigeage pourront être trouvés dans (Lefèbvre et al., 1996 ; Costa et al., 1999,
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Fig. 6.33 – Projection des quatre premières expériences proposées dans le plan pression d’argon

– distance inter-électrodes

2000) par exemple. Des exemples de modélisation de systèmes dynamiques pourront être trouvés

dans (Girard, 2004).

Dans notre travail, nous avons surtout insisté sur les aspects méthodologiques et les difficultés

rencontrées en pratique, notamment lorsque la dimension de l’espace des facteurs crôıt. Plus cette

dimension est élevée, plus le problème de prédiction est délicat car il faut davantage d’observations

pour couvrir correctement le domaine d’étude et la structure du processus générant les données

peut devenir complexe. Ce chapitre illustre également les difficultés liées aux faibles nombres

d’observations et la pertinence de la méthode proposée dans la section 4.6.1 pour incorporer

des connaissances a priori. Nous recommandons son utilisation systématique chaque fois qu’il est

possible de prédire a priori une évolution approximative de la sortie en fonctions des facteurs.

L’application à la prédiction de séries chronologiques et la méthode que nous proposons pour

estimer la covariance nous semblent prometteuses.

Enfin, nous avons appliqué le krigeage au problème de la planification d’expériences dans

le cadre d’un contrat industriel. Cet exemple est d’un intérêt particulier parce qu’il permet de

confronter réellement nos méthodes aux difficultés des problèmes industriels (nombre de facteurs

relativement élevé, facteurs catégoriels, limitation du nombre d’expériences en raison de leur coût,

etc.). D’un point de vue théorique, la planification d’expérience est encore relativement mal com-

prise. En effet, l’approche que nous avons retenue (Sacks et al., 1989) optimise les expériences en

supposant connue la covariance du processus aléatoire, ce qui implique l’utilisation d’une procé-

dure itérative alternant les phases d’estimation de la covariance et les phases de planification des

expériences. Comprendre l’influence d’une erreur de modèle sur la planification est un problème

ouvert et important. Il constitue un verrou sur la voie vers une procédure permettant d’optimiser

les expériences en supposant la covariance inconnue.
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6.8 Annexe : mise en œuvre et algorithmes

Les problèmes de mise en œuvre constituent un sujet d’étude en soi que nous n’avons pas

spécifiquement abordé dans notre travail. Les méthodes que nous avons utilisées sont les méthodes

classiques de résolution de systèmes linéaires et d’optimisation. Dans cette section, nous effectuons

un survol des points importants.

6.8.1 Prédiction linéaire

Résolution de systèmes linéaires

L’étape de prédiction linéaire nécessite de résoudre un système d’équations linéaires avec une

matrice de covariance K symétrique définie non-négative. Dans le cas le plus fréquent, K ne

possède pas de structure particulière, contrairement à ce qui se passe dans le cas de la prédiction

des séries chronologiques. Lorsque les observations ne sont pas répétées pour une même valeur du

vecteur des facteurs, K est de rang plein mais peut être mal conditionnée.

La résolution d’un système linéaire nécessite généralement une capacité de stockage en mé-

moire en O(n2) et un coût algorithmique en O(n3). En pratique, il est préférable d’utiliser des

factorisations de K adaptées (voir plus bas). Avec les outils d’informatique personnelle, des pro-

blèmes de taille allant jusqu’à cinq mille données peuvent être aisément considérés. Cependant,

lorsque le nombre de données augmente, il est fréquent que la matrice de covariance devienne mal

conditionnée (cela dépend de la régularité de la fonction de covariance et de la distance entre les

observations dans l’espace des facteurs par rapport à la portée de la covariance). Lorsque K est

mal conditionnée, une première solution est d’ajouter εIn à K afin de forcer le conditionnement

à une valeur adéquate. Ceci revient à considérer un bruit d’observation de variance ε qui modifie

les valeurs prédites de façon négligeable si ε est suffisamment petit. Une autre possibilité consiste

à approximer K par une matrice de rang inférieur, ce qui présente un avantage en terme de coût

algorithmique (voir plus bas).

Factoriser la matrice de covariance est une étape préliminaire importante pour diminuer le

coût algorithmique de la résolution du système et améliorer la stabilité numérique lorsque K

est presque singulière. En pratique, deux types de factorisation sont envisageables. Il s’agit de la

factorisation de Cholesky et la de factorisation QR. Rappelons que la factorisation de Cholesky

fournit une matrice triangulaire inférieure C telle que K = CCT et que la factorisation QR

fournit une matrice triangulaire supérieure R et une matrice orthogonale Q telles que K = QR.

La factorisation de Cholesky a l’avantage de la complexité algorithmique la moins élevée puisqu’elle

nécessite 1/3n3 opérations alors que la factorisation QR en nécessite 2n3. Lorsque l’une ou l’autre

des factorisations a été obtenue, le système linéaire peut être résolu en O(n2) opérations seulement

par une méthode de remontée. Cependant la factorisation de Cholesky est susceptible d’échouer

lorsque K est mal conditionnée. La factorisation QR est alors préférable numériquement car elle

permet d’obtenir une solution λ̂x au sens du minimum de ‖Kλ̂x − kx‖. La factorisation QR

permet également de détecter et de supprimer les données redondantes. La méthode consiste à

supprimer les colonnes de R correspondant aux éléments diagonaux inférieurs à un seuil (cela

revient à supprimer des données). Cette méthode ne permet pas toutefois d’effectuer une sélection

des données les plus représentatives, au sens de la régression à vecteurs de support par exemple.
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Approximations par réduction de rang

Obtenir des approximations de rang inférieur présente plusieurs avantages importants. Il s’agit

d’abord d’une solution envisageable lorsque la matrice de covariance est mal conditionnée. Ces ap-

proximations permettent aussi d’éliminer les données redondantes ou peu susceptibles d’améliorer

l’erreur de prédiction, voire de sélectionner un sous-ensemble de données représentatives comme

dans la régression à vecteurs de support. Enfin, ces approximations sont utiles pour résoudre des

systèmes linéaires de grande dimension.

Dans la littérature, la réduction de rang est souvent traitée dans le cadre des systèmes linéaires à

matrices singulières (Rank-deficient problems en anglais) ou lorsque l’on cherche des factorisations

faisant apparâıtre le rang (Rank-revealing factorizations). Il existe de nombreuses méthodes. Les

méthodes fondées sur une décomposition en valeurs singulières (Golub et Kahan, 1965) sont coû-

teuses et ne peuvent être considérées que pour des matrices de taille modeste (quelques centaines

de colonnes). Les approximations envisageables en pratique sont fondées sur les décompositions

UTV (Stewart, 1994 ; Mathias et Stewart, 1993 ; Fierro et Hansen, 1997), la factorisation QR, la

factorisation QRP (Foster, 1986 ; Chan, 1987 ; Chan et Hansen, 1990 ; Bischof et Hansen, 1991)

et la factorisation de Cholesky incomplète. Pour illustrer ces méthodes, prenons l’exemple d’une

approximation utilisant une factorisation QRP . Cette méthode consiste à écrire K sous la forme

K = QRP T

=
(

Q1 Q2

)( R1,1 R1,2

0 R2,2

)
P T ,

où P est une matrice de permutations. Une approximation de rang inférieur peut alors s’écrire

sous la forme

K̂ = Q1

(
R1,1 R1,2

)
P T .

Pour résoudre le système linéaire, on considère la factorisation QR

(
R1,1 R1,2

)
=
(

L 0
)

Q′T ,

de manière à écrire K̂ sous la forme

K̂ = Q1

(
L 0

)
Q′TP T = Q1

(
L 0

)
V T ,

avec

V = PQ′ =
(

V1 V2

)
.

Une solution approchée du système Kλx = kx est donnée par

λx = V1L−1Q1
Tkx .

Cette approche est illustrée par la figure 6.34.

Dans la littérature des méthodes à vecteurs de support, (Fine et Scheinberg, 2001) recommande

la factorisation de Cholesky incomplète dans laquelle K se met sous une forme CCT, où C est

une matrice triangulaire de même taille que K comportant éventuellement des colonnes égales

à zéro. Cette factorisation s’obtient en considérant une version avec pivots de l’algorithme de
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Fig. 6.34 – Réduction de rang par décomposition QRP tronquée de la matrice de covariance. La

fonction générant les données (indiquées par les carrés) est représentée en trait fin. L’approximation

par krigeage après réduction de rang de la matrice de covariance des données est tracée en trait

épais (le rang est choisi égal à 10).
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Cholesky et s’effectue en O(k2n) opérations, où k est le nombre de pivots non nuls utilisés lors

de la factorisation, égal au rang de la matrice K. Il est possible de ne pas prendre en compte les

pivots en dessous d’une valeur seuil, ce qui permet de réduire le rang de la matrice K (Golub

et Van Loan, 1983). À k fixé, on obtient un algorithme ayant un coût linéaire avec le nombre

de données. Cette solution combine donc un avantage de faible complexité algorithmique et de

robustesse.

Rappelons également l’existence de méthodes itératives efficaces (méthodes de gradient conju-

gué) pour résoudre des systèmes linéaires de grande dimension.

6.8.2 Estimation des paramètres

Le coût algorithmique des méthodes à noyaux est généralement dominé par l’étape d’estimation

des paramètres de la covariance. Le calcul de la vraisemblance requiert O(n3) opérations. Il est

consiste à calculer le déterminant d’une matrice de taille n× n et à résoudre un système linéaire

de même taille. Les problèmes numériques susceptibles d’être rencontrés sont essentiellement les

mêmes que dans l’étape de prédiction linéaire. Notons que le calcul du déterminant s’effectue après

avoir factorisé la matrice de covariance. Si l’on utilise par exemple la factorisation de Cholesky

CCT de K, le déterminant s’obtient comme le carré du produit des éléments diagonaux de C.

Les paramètres à estimer sont fréquemment des paramètres positifs. Afin d’utiliser des algo-

rithmes d’optimisation sans contrainte, il est commode de prendre l’exponentielle des paramètres.

Contrairement à ce que l’on pourrait penser, cette opération ne crée pas d’instabilité et tend parfois

à faciliter la convergence vers les optimums globaux. Les algorithmes d’optimisation de type gra-

dient conjugué sont les plus efficaces mais nécessitent le calcul du gradient de la log–vraisemblance,

et donc l’inversion de la matrice de covariance avec un coût algorithmique en O(n4)9. Une autre

difficulté est que le gradient ne s’obtient pas toujours analytiquement, comme dans le cas notam-

ment des covariances de Matérn. On peut alors commencer par estimer les paramètres σ2 et ρ

d’une covariance exponentielle (en utilisant le gradient) pour choisir une valeur initiale pertinente

des paramètres de la covariance de Matérn.

Au delà de plusieurs centaines de données, la recherche du maximum de vraisemblance devient

coûteuse. Dans la plupart des cas, nous choisissons un sous-ensemble aléatoire des données pour

effectuer l’optimisation. De nombreuses approches utilisent ce principe (par exemple Smola et

Schölkopf, 2000 ; Stein et al., 2004).

9 Nous pensons toutefois que l’utilisation de méthodes de différentiation automatique pourrait réduire ce coût

car le calcul de la vraisemblance est seulement en O(n3).
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Chapitre 7

Conclusions et perspectives

7.1 Contributions

Une importante partie de notre travail a été consacrée à la synthèse de deux approches fonda-

mentales de modélisation comportementale. La première est probabiliste. Il s’agit de la prédiction

linéaire de processus aléatoires, ou krigeage. La seconde relève de l’analyse fonctionnelle. Elle

regroupe des méthodes de régression régularisée par une norme d’espace hilbertien à noyau repro-

duisant (splines, RBF, SVR, etc.).

L’un de nos objectifs était de préciser les liens entre ces deux approches. Pour cela, nous avons

puisé des résultats dans des domaines variés (géostatistique, modélisation des séries chronologiques,

théorie des splines ou de l’apprentissage, etc.). Il ressort de cette étude que les liens entre processus

aléatoires gaussiens et espaces hilbertiens à noyau reproduisant sont apparus très tôt (Parzen,

1962 ; Hajek, 1962 ; Kimeldorf et Wahba, 1970a). On constate cependant qu’ils ont été fort peu

exploités. Or, ces deux points de vue permettent des interprétations complémentaires. Par exemple,

le point de vue des processus aléatoires permet de comprendre comment formuler le problème de

régression régularisée pour l’approximation de fonctions à valeurs vectorielles (cas des systèmes

à plusieurs sorties). Le point de vue fonctionnel montre l’importance de la régularisation, qui est

rarement mentionnée dans la littérature statistique ou géostatistique. Ce double point de vue nous

a conduit à rappeler de manière formelle les définitions et les propriétés des processus aléatoires et

des espaces hilbertiens à noyau reproduisant, afin de mieux saisir les relations subtiles qui existent

entre ces deux notions (Lukic et Beder, 2001). Nous nous sommes ensuite intéressé au problème

central du choix de noyau. Les résultats théoriques et expérimentaux suggèrent d’accorder une

attention toute particulière à cette étape de la modélisation bôıte noire. Là aussi, les méthodes

diffèrent selon les domaines. Malheureusement, ce sujet est d’un abord relativement difficile d’un

point de vue théorique et les principaux résultats en statistique sont seulement asymptotiques

(Stein, 1999). Nous avons cependant proposé des expériences numériques originales qui permettent

de mieux comprendre leur portée pratique. Notre synthèse reste toutefois incomplète. Il y manque

par exemple l’apport récent de la théorie de l’information et de l’apprentissage sur la notion de

bornes de risque (Smola, 1998). Il ne semble pas possible pour le moment de présenter les différentes

approches de choix de noyau dans un cadre unifié. Nous espérons cependant que notre effort de
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synthèse contribuera à établir une base solide pour de futurs travaux.

La mise en œuvre des méthodes de régression à noyaux est un sujet d’étude en soi, et notre

travail n’était pas centré sur cet aspect. Le coût algorithmique principal est celui de l’étape d’es-

timation des paramètres du noyau, que l’on pourrait envisager de diminuer par des méthodes de

différentiation automatique. Nous avons aussi suggéré l’utilisation de l’algorithme des innovations

(section 2.5.4) pour la prédiction en ligne et l’utilisation d’une décomposition QR pour mettre en

œuvre l’algorithme REML.

L’estimation de dérivées ou de primitives de fonctions à partir d’observations bruitées et échan-

tillonnées irrégulièrement nous semble particulièrement intéressante. Nous avons illustré ces mé-

thodes sans les appliquer à des problèmes réels pour le moment, mais nous pensons à leur utilisation

pour la modélisation comportementale de systèmes dynamiques. Notre proposition d’extension de

la méthode SVR à des systèmes à plusieurs sorties corrélées permet de bénéficier de la propriété

de robustesse des SVR pour la prédiction de dérivées, et plus généralement, pour la modélisation

de systèmes à sortie vectorielle.

Nous avons montré comment utiliser le krigeage intrinsèque (régression semi-régularisée) pour

inclure de l’information a priori dans un modèle bôıte noire. Cette méthode a donné des résultats

très satisfaisants pour le problème de débitmétrie (section 6.3). De manière générale, elle nous

semble d’un grand intérêt pour les applications.

Sur le problème de choix de noyau, nous avons présenté deux propositions visant à améliorer

la qualité des modèles. Nous avons constaté que les noyaux classiques ne permettent de modéliser

qu’une classe de systèmes restreinte. Nous avons donc cherché à construire des noyaux à partir de

noyaux élémentaires, en envisageant deux possibilités. La première consiste à sélectionner un petit

nombre de noyaux élémentaires représentant les données de manière pertinente. Dans la section 5.6,

une méthode générale exploitant cette idée a été proposée, dont nous pensons cependant qu’elle

reste encore à un stade préliminaire. La seconde possibilité consiste à assembler un noyau à partir

d’un grand nombre de noyaux élémentaires. Ce faisant, il est nécessaire d’introduire un a priori

sur la contribution de chacun afin de contrôler la capacité de généralisation du modèle. Dans

la section 6.5 nous avons appliqué cette approche à la prédiction de séries chronologiques. Les

résultats obtenus nous paraissent très encourageants.

Les applications présentées dans le chapitre 6 constituent une partie importante de notre

travail. Nous avons essayé d’en dégager avant tout les aspects méthodologiques. Ces applications

permettent de mieux saisir les avantages et les limites des méthodes utilisées, que nous détaillons

dans la section suivante.

7.2 Modèles comportementaux par krigeage et méthodes à

noyaux

(Pour ne pas alourdir cette discussion, nous emploierons ici le terme krigeage au sens large,

c’est-à-dire pour désigner à la fois le krigeage, le krigeage intrinsèque et les méthodes de régression

régularisée par une norme d’espace hilbertien à noyau reproduisant.)

Un modèle bôıte noire est par définition construit à partir d’observations. Quelle que soit

la méthode utilisée, la qualité d’un tel modèle dépend donc du nombre de ces observations. En
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revanche, toutes les méthodes ne se comportent pas de la même façon. Un modèle satisfaisant

doit posséder une bonne capacité d’approximation (capacité à décrire les données observées, par

exemple au sens du risque empirique) tout en maximisant, à nombre d’observations constant, la

capacité de généralisation (capacité à prédire des caractéristiques non observées, par exemple au

sens du risque en espérance). Le krigeage possède ces deux propriétés lorsque les données ont été

générées par un processus aléatoire dont la structure du second ordre est parfaitement connue. En

effet, en tant qu’interpolateur redonnant les valeurs observées dans les expériences précédentes,

le krigeage fournit un modèle qui représente au mieux les données (le risque empirique est nul).

En tant que meilleure prédiction linéaire, le krigeage minimise l’erreur de généralisation lorsque le

processus aléatoire générant les données est gaussien. Si le processus n’est pas gaussien, il existe

de meilleurs modèles mais ces derniers sont plus difficiles à obtenir.

En réalité, le processus aléatoire générant les données est seulement un modèle de la sortie

d’un système, qui exprime simplement l’hypothèse d’appartenance de la sortie à un espace de

fonctions particulier (de manière équivalente, cette hypothèse revient à régulariser la sortie par

la norme d’un espace hilbertien à noyau reproduisant). Le krigeage minimise l’erreur de généra-

lisation conditionnellement à cette hypothèse d’appartenance, cette dernière ayant un caractère

relativement arbitraire. Nous essayons donc en pratique de choisir une hypothèse telle que les

données observées ne la contredisent pas. Il s’agit alors d’estimer la structure du second ordre du

processus à partir des données. Deux questions naturelles peuvent être posées. Le krigeage reste-

t-il robuste lorsque l’on change de modèle ? Existe-t-il des méthodes d’estimation de la structure

du second ordre d’un processus aléatoire permettant de minimiser l’erreur de généralisation du

modèle ?

Les résultats théoriques rassemblés dans ce mémoire montrent que l’erreur de généralisation

est asymptotiquement décroissante pour une large gamme de fonctions de covariance (qui exclut

cependant la covariance gaussienne). Cette propriété est déjà très satisfaisante par rapport à

d’autres méthodes d’approximation. De plus, cette décroissance est optimale lorsque la covariance

choisie est compatible en un certain sens avec celle du processus aléatoire ayant généré les données.

Dans les régimes non asymptotiques il existe très peu voire pas de résultats. Nos expériences

numériques présentées dans la section 5.3 indiquent cependant que les écarts entre les erreurs de

généralisation de différents modèles sont significatifs.

Des réponses théoriques à la seconde question semblent encore plus difficiles à obtenir mais

l’estimation au sens du maximum de vraisemblance nous parâıt plutôt bien fondée. D’une part,

il existe des résultats asymptotiques d’optimalité, bien que démontrés sous des hypothèses assez

restrictives (Mardia et Marshall, 1984). D’autre part, la méthode du maximum de vraisemblance

peut être vue comme l’application du principe de maximum d’entropie (voir la section 5.6). Ce-

pendant, l’estimation au sens du maximum de vraisemblance est loin de garantir la propriété de

généralisation recherchée. En effet, le maximum de vraisemblance conduit à une sur-adaptation

du modèle aux données observées s’il existe une valeur des paramètres de la covariance conduisant

à une vraisemblance proche de un (par exemple, lorsque le nombre de paramètres est de l’ordre

du nombre de données, comme dans la section 6.5). Cette sur-adaptation est généralement im-

possible avec les covariances classiques comportant peu de paramètres. Cependant, l’utilisation

de covariances simples tend également à limiter la capacité de généralisation. Il nous semble donc

préférable de privilégier des structures de noyau plus flexibles, tout en contrôlant le phénomène



236 Conclusions et perspectives

de sur-adaptation. Dans la section 5.6, nous avons ainsi proposé une méthode de construction

parcimonieuse de la covariance. Dans la section 6.5, nous avons proposé une méthode alternative

fondée sur un estimateur au sens du maximum a posteriori. Notons que dans le domaine des sé-

ries chronologiques, de telles approches sont courantes (le critère d’Akaike, qui permet de limiter

l’ordre d’un modèle autorégressif, est un exemple de contrôle de la sur-adaptation). Cette analyse

rappelle que le choix du noyau constitue finalement le point essentiel de la méthode. Les problèmes

dans ce domaine restent très ouverts.

Enfin, insistons encore sur l’extrême simplicité du krigeage, ce qui constitue à notre avis un de

ses avantages les plus marquants. Le krigeage permet en effet de modéliser avec la même simplicité

des systèmes observés avec ou sans bruit, des systèmes comportant des sorties corrélées, d’estimer

des dérivées (ce qui est souvent considéré comme un problème difficile) ou de prendre en compte

des connaissances a priori pour obtenir des modèles bôıte grise. En résumé et en conclusion,

l’utilisation du krigeage pour la modélisation comportementale de systèmes nous semble justifiée

d’un point de vue tant théorique que pratique. Nous espérons avoir contribué par notre travail

à rendre cette méthode mieux connue et nous pensons qu’elle offre de nombreuses perspectives

d’étude.

7.3 Perspectives

Les fondements des méthodes utilisées dans ce mémoire sont aujourd’hui bien compris. Comme

mentionné ci-dessus cependant, beaucoup de problèmes restent ouverts, comme par exemple celui

des propriétés non asymptotiques des prédicteurs linéaires. À nos yeux, le point le plus délicat est

bien sûr le choix du noyau. Nous pensons que les théories et les méthodes dont nous disposons

aujourd’hui ne sont pas complètement satisfaisantes (probablement parce que les efforts des statis-

ticiens se sont longtemps concentrés sur la modélisation des séries chronologiques échantillonnées

régulièrement). Le problème devient particulièrement délicat lorsque l’espace des facteurs est de

grande dimension car deux phénomènes jouent alors contre nous. D’une part, il faut davantage

d’observations pour couvrir correctement le domaine d’étude et d’autre part, la structure du pro-

cessus générant les données peut devenir complexe et par suite difficile à estimer. Dans ce cas,

les outils traditionnels de la géostatistique sont plutôt inadaptés. D’autres approches doivent être

envisagées, ce qui passe par une compréhension approfondie des concepts utilisés et de leur pro-

priétés, et peut-être de nouvelles façons de considérer l’espace des facteurs (Adler, 2004). Une

autre limite concerne l’utilisation de noyaux invariants par translation. Si cette pratique est systé-

matique, elle n’est peut être pas toujours nécessaire. En effet, certaines méthodes de modélisation

comportementale adaptent leurs caractéristiques à la densité d’échantillonnage (Bernard, 1999 ;

Nelles et al., 2000). Cette adaptation de la régularité du noyau non pas en fonction des données

mais en fonction de l’échantillonnage pourrait conduire à des procédures intéressantes.

Nos exemples de modélisation comportementale concernaient uniquement des systèmes sta-

tiques. Traditionnellement, les systèmes dynamiques sont traités en considérant des modèles NARX

du type yt+1 = f(yt, yt−1, . . . , yt−m, ut, ut−1, . . . , ut−p) où yt est la sortie du système au temps t

et ut est la commande du système (voir Girard et al. (2003) par exemple). Nous pensons toutefois

que l’utilisation de tels modèles dans des applications réelles bénéficierait d’une réflexion théorique

supplémentaire. Il y a principalement deux difficultés dans cette approche. La première tient à la



7.3 Perspectives 237

dimension de l’espace d’état qui peut être grande. La seconde est liée à la prise en compte du bruit

d’observation (ou structurel) non seulement sur la sortie du modèle mais aussi sur les facteurs,

et à la propagation de ces incertitudes dans le modèle dynamique à temps discret. Le problème

d’incertitude sur les facteurs a été traité en géostatistique (Chilès, 1976 ; Chilès et Delfiner, 1999)

et a également fait l’objet d’une thèse récente (Girard, 2004). La possibilité d’estimer des dérivées

pourrait être exploitée pour établir des modèles de systèmes à temps continu.

Enfin, mentionnons qu’au moment de l’écriture de ces lignes une thèse que nous contribuons

à encadrer a débuté sur la modélisation comportementale des valeurs extrêmes de la sortie d’un

système. Le prolongement de nos travaux a donc déjà commencé.
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Biennial Seminar, pages 1–37, Montreal, Canada, 1970. Canadian Mathematical Congress.

H. D. Patterson et R. Thompson. Recovery of inter-block information when block sizes are unequal.

Biometrika, 58(3) :545–554, 1971.

M. J. D. Powell. Radial basis functions for multivariable interpolation : A review. Dans Mason J.
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Processing Systems, 11, pages 585 – 591. MIT Press, Cambridge, 1999.

A. Smola, N. Murata, B. Schölkopf, et K.-R. M”uller. Asymptotically optimal choice of ε-loss

function for support vector machines. Dans L. Niklasson, M. Bodén, et T. Ziemke, éditeurs,
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Mesure aléatoire, 38

Mesure spectrale, 38

Modèle
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bôıte grise, 199, 202
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équivalents, 23
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non uniformément échantillonnée, 162,

211, 214
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Résumé — Les méthodes de prédiction linéaire de processus aléatoires, ou krigeage, et les méthodes

de régression régularisée par une norme d’espace hilbertien à noyau reproduisant (splines, approximation

par fonctions de base radiales, régression à vecteurs de support, etc.) constituent deux approches fonda-

mentales de modélisation comportementale de systèmes non-linéaires. Les liens mathématiques entre ces

deux approches ont été mentionnés à plusieurs reprises dans le passé. Ce travail de thèse présente une syn-

thèse originale de ces liens, puisés dans la littérature de la théorie de l’approximation, de l’apprentissage,

des séries chronologiques, de la géostatistique, etc. Fort peu exploités, ces liens n’en restent pas moins fon-

damentaux puisqu’ils permettent par exemple de comprendre comment formuler le problème de régression

régularisée pour l’approximation de fonctions à valeurs vectorielles (cas des systèmes multivariables dits

MIMO).

Dans les deux approches, le choix du noyau est essentiel car il conditionne la qualité des modèles. Les

principaux résultats théoriques sont issus de travaux en statistiques. Bien que de type asymptotique, ils

ont des conséquences pratiques importantes rappelées et illustrées dans cette étude. Les noyaux considérés

habituellement forment une famille restreinte offrant relativement peu de souplesse. Ceci nous a suggéré

de développer des méthodes assemblant un noyau à partir d’un grand nombre de noyaux élémentaires.

Elles ont permis d’obtenir des résultats satisfaisants notamment sur un problème test classique issu du

domaine de la prédiction de séries chronologiques.

Enfin, ce travail s’attache à montrer comment utiliser les méthodes de régression à noyaux à travers la

présentation de problèmes réels. Le choix de noyau est abordé en pratique. La prise en compte d’informa-

tions disponibles a priori par utilisation du krigeage intrinsèque (régression semi-régularisée) est illustrée.

Finalement, des éléments de planification d’expériences sont discutés.

Abstract — Two fundamental types of methods for non-linear black-box modeling are linear prediction of

random processes, or Kriging, and kernel-based regularized regression (which includes Splines, Radial Basis

Functions and Support Vector Regression as special cases). Mathematical links between these approaches

had been noticed in the past, but this dissertation presents an original synthesis of these links, drawn from

the literature on approximation, learning, time series, geostatistics, etc. Though quite confidential up to

now, these links are nevertheless essential, for instance in order to understand how regularized regression

via kernel-based methods should be formulated in the context of the approximation of vector-valued

functions (for multivariable, or MIMO, systems).

In all of these approaches, the choice of an adequate kernel is crucial since it has a direct impact on

the quality of the resulting model. The main theoretical results are provided by statistics. Although

mainly asymptotical in nature, these results have important practical consequences which are recalled and

illustrated. Classical kernels constitute a relatively restricted family that does not offer much flexibility.

This led us to propose methods that build up a kernel by combining a large number of elementary kernels.

These methods made it possible to obtain promising results, for example on a classical benchmark of the

literature on time-series prediction.

Finally, the question of how kernel-based regression methods can be applied is addressed, via the conside-

ration of real problems. The choice of appropriate kernels for these problems is discussed. We show how

prior knowledge can be taken into account using Intrinsic Kriging (semi-regularized regression). Some

contributions to experiment design are also presented.
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