
UNIVERSITÉ RENÉ DESCARTES - PARIS 5
Centre Universitaire des Saints-Pères
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j’ai fait mes premiers pas d’enseignante en tant que monitrice.

Pour la vie de thésarde au quotidien, je dois remercier l’ensemble du laboratoire MAP5 et de
l’UFR Math-Info. Je n’oublierai pas l’ambiance conviviale et sympathique qui y règne ! Pour les
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Introduction

Les méthodes de Monte Carlo par châınes de Markov (MCMC) ont pour principe de construire
une châıne de Markov dont la loi stationnaire soit la loi de probabilité à simuler. Cette idée est
apparue en 1970 dans un article de W.K. Hastings [35], mais elle est passée inaperçue par la
difficulté de sa mise en œuvre pratique à l’époque. Elle est en effet très coûteuse en temps
de calcul, et c’est seulement avec le développement de la puissance de calcul des ordinateurs
qu’elle s’est imposée dans de nombreux domaines très variés tels que la physique, l’informatique,
le traitement d’images ou les statistiques (voir [31, 50, 53]).

La longueur du temps de calcul nécessaire à ces méthodes se comprend aisément en pensant
qu’il faut attendre que la châıne de Markov construite évolue près de son régime stationnaire
pour pouvoir en tirer une réalisation raisonnablement approchée de la loi simulée. Le problème
est encore plus aigu lorsque l’on cherche à simuler un échantillon de valeurs tirées selon la
loi cible. Deux alternatives existent : la première est une méthode de simulation exacte due à
J.G. Propp et D.B. Wilson [48] qui consiste à coupler dans le passé plusieurs trajectoires de
la châıne. La seconde consiste à faire évoluer la châıne dans le futur jusqu’à ce qu’elle ait at-
teint son régime stationnaire. Deux méthodes se présentent alors : la méthode séquentielle et la
méthode parallèle. Dans la méthode séquentielle, une seule trajectoire de la châıne est simulée,
et les valeurs retenues pour former l’échantillon sont des observations de la châıne à des instants
régulièrement espacés. Dans la méthode parallèle, l’idée est de lancer simultanément autant
de châınes que de copies souhaitées dans l’échantillon. Les châınes sont arrêtées à un certain
instant, et l’échantillon des observations à cet instant forme l’échantillon voulu. C’est à cette
dernière méthode que nous nous intéressons. La problématique réside alors dans le choix de
l’instant d’arrêt.

Dans le cas où l’espace d’états de la châıne de Markov contruite est fini, une méthode pour
déterminer empiriquement un tel instant a déjà été proposée par B. Ycart dans [65]. Elle est liée
à un phénomène de convergence abrupte des échantillons de châınes de Markov qui est appelé
cutoff. Cependant, les méthodes MCMC sont souvent basées sur une châıne de Markov à espace
d’états continu. Dans ce cas, les résultats théoriques sur la convergence de l’algorithme sont
plutôt rares ; l’article [53] en fait une synthèse. Le point de départ de notre travail se situe dans
ce cadre. Nous considérons un échantillon de châınes de Markov (à temps discret ou continu) qui
convergent vers leur mesure stationnaire, et nous souhaitons déterminer empiriquement l’instant
où l’échantillon atteint son régime stationnaire.
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10 Introduction

Le chapitre 1 contient les motivations de notre étude. Nous commençons par exposer en
détail l’algorithme de Hastings-Metropolis, qui est en lui-même la base des méthodes MCMC.
Nous montrons ensuite comment l’utiliser dans des problèmes d’optimisation stochastique, en
décrivant notamment l’algorithme du recuit simulé. Ensuite nous introduisons le phénomène de
cutoff, qui constitue dans la suite l’outil de détection de la convergence des algorithmes.

Avant de nous intéresser au problème de la détection de convergence dans le cas général,
nous consacrons le chapitre 2 à un exemple particulier qui éclaire la démarche entreprise dans
la suite : le cas d’un échantillon de processus d’Ornstein-Uhlenbeck. Sur cet exemple, tous les
calculs sont explicites, ce qui nous permet de montrer tout d’abord la présence du phénomène
de cutoff, non seulement pour l’échantillon, mais aussi pour sa moyenne arithmétique. Nous en
déduisons alors un estimateur de l’instant où le régime stationnaire est atteint. Cet estimateur
est construit sur le temps d’atteinte par la moyenne de l’échantillon d’un niveau fixé, dont nous
pouvons étudier la densité et le comportement asymptotique. Enfin, des simulations numériques
permettent d’illustrer les résultats. Ce chapitre fait l’objet de l’article [37] à parâıtre en décembre
2005 dans Journal of Applied Probability.

Le chapitre 3 est consacré au phénomène de cutoff dans le cadre général des échantillons
de processus à espace d’états continu tels que le processus échantillonné converge à vitesse
exponentielle vers sa mesure stationnaire. Il fait l’objet de l’article [7] en collaboration avec
J. Barrera et B. Ycart. Les résultats présentés sont nouveaux dans la mesure où, jusqu’à présent,
le phénomène de cutoff n’est démontré que dans le cas de processus à espace d’états fini ou
dénombrable (cf. [19, 58, 41, 64, 66]). Le phénomène de cutoff peut se traduire sous la forme
suivante : il existe une suite déterministe d’instants (tn)n∈N∗ telle que, avant l’instant tn, le n-
échantillon est loin de sa mesure stationnaire, et après cet instant, il en est très proche. La notion
de proximité entre les lois est mesurée à l’aide de distances entre probabilités. Nous y consa-
crons la première partie du chapitre. Les distances que nous considérons sont issues de divers
domaines : les probabilités (distance en variation totale, distance de Hellinger), les statistiques
(distance du χ2) et la théorie de l’information (distance de Kullback). La seconde partie est
consacrée au phénomène de cutoff en lui-même. Les démonstrations reposent d’une part sur les
relations qui existent entre les distances entre échantillons et les distances entre marginales, et
d’autre part sur les inégalités classiques entre les différentes distances. L’expression des instants
de cutoff tn est explicite (théorème 3.2.4). Si ρ désigne le taux de décroissance de la vitesse à
laquelle le processus converge vers sa loi stationnaire, alors l’instant tn vaut log(n)/(2ρ). Cela
permet de donner une forme déterministe de l’instant auquel le n-échantillon évolue dans son
régime stationnaire. De plus, nous obtenons des inégalités très précises permettant d’étudier le
comportement de la convergence autour des instants de cutoff (théorème 3.2.5). Nous termi-
nons le chapitre en traitant deux autres exemples de processus exponentiellement convergents,
en plus du processus d’Ornstein-Uhlenbeck : le processus binaire et la file d’attente M/M/∞.

En pratique, l’idée d’arrêter les algorithmes à l’instant de cutoff pose un problème majeur : le
taux de convergence ρ est inconnu en général. Il est donc naturel d’en chercher un estimateur
empirique ; c’est l’objet du chapitre 4. Nous tentons d’étendre au cas général l’étude menée
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dans le chapitre 2 sur le processus d’Ornstein-Uhlenbeck. La démarche se compose de trois
étapes. La première consiste à établir un théorème de la limite centrale pour des échantillons
de processus. Cette étape n’intervient pas dans le cas du processus d’Ornstein-Uhlenbeck, car
la moyenne arithmétique d’un échantillon de tels processus est encore un processus d’Ornstein-
Uhlenbeck, ce qui simplifie l’étude. Grâce à ce théorème de la limite centrale, nous souhaitons
remplacer l’étude du processus moyen de l’échantillon par l’étude du processus gaussien limite.
Plus précisément, comme dans le cas du processus d’Ornstein-Uhlenbeck, nous cherchons un
estimateur de l’instant de cutoff à partir du temps d’atteinte par une moyenne empirique d’un
niveau fixé. La deuxième étape consiste à montrer que le temps d’atteinte par la moyenne d’un
niveau fixé a le même comportement asymptotique que le temps d’atteinte par le processus
gaussien limite d’une frontière mobile. À ce jour, cette question reste ouverte. La troisième
étape est consacrée à l’étude des temps d’atteinte de barrières par des processus gaussien.
L’article de J. Durbin [25] de 1985 nous sert de base pour déterminer la densité de tels temps
d’atteinte, et expliquer comment retrouver le résultat du chapitre 2 concernant le processus
d’Ornstein-Uhlenbeck. Enfin, nous reprenons les deux exemples de processus que nous avons
introduits au chapitre 3, et nous obtenons la loi asymptotique des temps d’atteinte de leurs
moyennes empiriques.





Chapitre 1

Motivations

Dans ce chapitre nous souhaitons retracer le cheminement qui nous a conduits à l’étude
des échantillons de processus de Markov et à leur moyenne empirique. Deux principaux sujets
nous ont amenés sur cette voie ; il s’agit tout d’abord de l’étude de la convergence de certaines
méthodes MCMC, et ensuite du phénomène de cutoff.

1.1 Les méthodes MCMC

Le problème auquel on s’intéresse est la simulation d’une variable aléatoire de loi fixée. Il existe
de nombreuses méthodes pour résoudre ce problème ; elles sont présentées au chapitre 2 du livre
de B. Ycart [67] ou au chapitre 1 du livre de C. Robert [50]. Parmi elles, citons par exemple la
méthode d’inversion, qui permet de simuler la loi de fonction de répartition F comme l’image
réciproque par F d’une variable aléatoire de loi uniforme sur l’intervalle [0 ; 1]. Ces méthodes
nécessitent généralement une bonne connaissance de la loi à simuler, et se généralisent diffi-
cilement en dimension supérieure à 1. Les méthodes de Monte-Carlo par châınes de Markov
(MCMC) ont été développées pour remédier à ces problèmes.

Le principe de base d’une méthode MCMC est de construire une châıne de Markov ergodique
qui ait pour loi stationnaire une loi de probabilité de densité f fixée à l’avance. A priori, une telle
méthode parâıt beaucoup plus lourde qu’une méthode classique puisqu’il faut attendre que la
châıne évolue dans son régime stationnaire pour obtenir une réalisation de la variable aléatoire.
Pourtant, le caractère universel de la simulation par MCMC, comme nous allons le voir dans ce
qui suit, a permis à ces méthodes de s’imposer dès que la puissance de calcul des ordinateurs a
autorisé des calculs de grande ampleur en un temps raisonnable.

Dans ce qui suit, nous allons tout d’abord détailler un algorithme MCMC très classique :
l’algorithme de Hastings-Metropolis. Puis nous montrerons comment cet algorithme permet
aussi de mettre au point des algorithmes d’optimisation stochastique, comme le recuit simulé
par exemple.
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14 Chapitre 1

1.1.1 L’algorithme de Hastings-Metropolis

L’algorithme de Hastings-Metropolis a été introduit en 1970 par W.K. Hastings [35]. Depuis,
il a été largement utilisé dans des domaines très variés. Le livre de C. Robert [50] présente cet
algorithme en détail. L’article de P. Diaconis et L. Saloff-Coste [21] fait le point sur les questions
théoriques relatives à cet algorithme. Nous supposons dans un premier temps que la loi à simuler
est discrète ; la châıne de Markov construite est alors à espace d’états fini. Ensuite, nous nous
placerons dans le cas où la loi à simuler est continue, pour lequel la châıne construite est à
espace d’états infini.

Espace d’états fini.

Soit E un ensemble fini, et soit π une loi de probabilité strictement positive sur E. On cherche
à fabriquer un échantillon de valeurs tirées selon la loi π. L’idée est de construire une châıne de
Markov qui ait π comme loi stationnaire.

Pour cela, on a besoin d’une matrice de transition auxiliaire, notée K. La châıne de Markov
de noyau de transition K est modifiée à chaque pas par une étape d’acceptation ou rejet. Plus
précisément, si la châıne est à l’état x à l’instant n, alors on commence par choisir y selon la
loi K(x, .). Ensuite on définit le taux d’acceptation suivant :

A(x, y) =







π(y)K(y, x)

π(x)K(x, y)
si K(x, y) 6= 0,

0 sinon.

Si A(x, y) > 1, alors la châıne va en y à l’instant n + 1. Dans le cas contraire, si A(x, y) < 1,
alors la châıne ne va en y qu’avec la probabilité A(x, y), sinon elle reste en x.

La matrice de transition de la nouvelle châıne M est donc donnée par la formule suivante :

∀x 6= y, M(x, y) =

{
K(x, y) min {A(x, y), 1} si K(x, y) 6= 0,
0 sinon.

Les coefficients diagonaux de M sont tels que la somme des lignes vaille 1.

Le lemme suivant montre que la châıne de Markov de matrice de transition M admet π pour
mesure réversible.

Lemme 1.1.1 La châıne de Markov de matrice de transition M admet la loi π comme mesure
réversible, c’est-à-dire :

∀x, y ∈ E, π(x)M(x, y) = π(y)M(y, x) .

Démonstration.
L’équation se vérifie par un calcul direct utilisant les deux propriétés suivantes de A, qui découlent
de sa définition :
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• ∀x, y ∈ E, A(x, y) = 0 ⇐⇒ A(y, x) = 0.
• S’ils sont non nuls, les nombres A(x, y) et A(y, x) sont inverses l’un de l’autre, et donc :

A(x, y) > 1 ⇐⇒ 0 < A(y, x) < 1 .

2

Il faut ensuite imposer certaines conditions sur le noyau K pour que la châıne de Markov
de matrice de transition M soit ergodique, c’est-à-dire qu’elle converge vers sa loi stationnaire
π. On peut lire ces conditions dans le livre de C. Robert [50] ou dans celui de S.P. Meyn et
R. Tweedie [42]. Ces conditions assurent le π-apériodicité et la π-irréductibilité de la châıne.

Notons que l’on a toute latitude dans cet algorithme pour le choix de K. Dans la pratique,
on prend souvent la matrice K symétrique, de façon à simplifier le calcul de A. De plus, quand
l’espace E présente une structure de graphe, il est naturel de prendre pour K la matrice de
transition de la marche aléatoire symétrique sur ce graphe.

Remarquons aussi que pour simuler la loi π, nous n’avons pas besoin de connâıtre la constante
de normalisation de la densité, puisqu’elle se simplifie dans le calcul de A. C’est utile quand la
constante de normalisation n’a pas de forme explicite.

Espace d’états infini.

Soit (E, E) un espace mesurable, et soit µ une mesure sur E. Dans cette partie, il est sous-
entendu que les densités des lois sont les densités par rapport à la mesure µ. On souhaite
maintenant généraliser l’algorithme de Hastings-Metropolis pour simuler une valeur tirée selon
la loi de densité f sur E. On fait l’hypothèse que f est strictement positive. On définit une
châıne de Markov qui a pour espace d’états E et pour loi stationnaire la loi de densité f . Tout
ceci figure au chapitre 4 du livre de C. Robert [50].

Considérons un noyau de transition K tel que, pour tout x de E, la loi K(x, .) ait pour
densité kx. Définissons alors la probabilité d’acceptation par :

∀x, y ∈ E, A(x, y) =







min

(

1,
f(y)ky(x)

f(x)kx(y)

)

si kx(y) 6= 0,

0 sinon.

Construisons ensuite, en modifiant un peu K, une nouvelle châıne de Markov sur le modèle
précédent. La nouvelle probabilité de transition est donnée par :

∀x ∈ E, ∀B ∈ E , M(x,B) =

∫

B

K(x, dy)A(x, y) + IB(x)

∫

K(x, dy) (1 − A(x, y)) .

Cette expression se justifie par le fait que, lorsque la châıne est en x, deux possibilités se
présentent pour qu’elle atteigne l’ensemble B. Soit x n’est pas un élément de B ; auquel cas
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pour aller dans B il faut choisir un élément de B et l’accepter. Soit x est un élément de B,
auquel cas il y a deux possibilités ; soit choisir un élément n’importe où et le refuser, soit choisir
un élément de B et l’accepter. C’est en combinant ces trois cas que l’on obtient la formule
précédente.

Le lemme suivant montre que la châıne ainsi définie admet pour loi réversible la loi de
densité f .

Lemme 1.1.2 La châıne de Markov de noyau de transition M admet pour loi réversible la loi
de densité f .

Démonstration.
Nous devons montrer que :

∀B ∈ E ,
∫

f(x)M(x,B) dµ(x) =

∫

B

f(x) dµ(x) .

Nous avons :
∫

f(x)M(x,B) dµ(x) =

∫

f(x)

(∫

IB(y)K(x, dy)A(x, y)

)

dµ(x)

+

∫

f(x)IB(x)

(∫

K(x, dy) (1 − A(x, y))

)

dµ(x)

=

∫∫

f(x)IB(y)K(x, dy)A(x, y) dµ(x)

+

∫∫

f(x)IB(x)K(x, dy) dµ(x)

−
∫∫

f(x)IB(x)K(x, dy)A(x, y) dµ(x) .

Or d’après la définition de A, nous pouvons écrire l’équation d’équilibre détaillé suivante :

∀x, y ∈ E, f(x)kx(y)A(x, y) = f(y)ky(x)A(y, x) .

Donc :
∫∫

f(x)IB(y)K(x, dy)A(x, y) dµ(x) =

∫∫

f(x)IB(x)K(x, dy)A(x, y) dµ(x) ,

ce qui montre que :
∫

f(x)M(x,B) dµ(x) =

∫∫

f(x)IB(x)K(x, dy) dµ(x)

=

∫

f(x)IB(x) dµ(x),

puisque K(x, .) est une loi de probabilité. 2
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Comme dans le cas où l’espace d’états est fini, il faut imposer certaines conditions au noyau
K pour que la châıne de Markov converge vers la loi stationnaire de densité f (cf. [50, 42]).

De plus, il est aussi très pratique dans ce cas de considérer un noyau K symétrique par rapport
à la mesure µ de façon à simplifier le calcul de A. Donnons dans ce cas l’algorithme sous forme
explicite. Pour simuler la châıne de Markov (Xn)n∈N de noyau de transition M , on commence
par initialiser X ; ensuite, pour passer de Xn à Xn+1, on procède de la façon suivante :

• on tire au hasard un nombre x selon la loi K(Xn, .),

• on calcule ρn = f(x)
f(Xn)

,
• si ρn > 1, alors Xn+1 = x,
• sinon, on tire un nombre u selon la loi uniforme sur [0 ; 1] et :

– si u < ρn, alors Xn+1 = x,
– sinon, Xn+1 = Xn.

Si la densité kx de la probabilité K(x, .) est une fonction k paire telle que :

kx(y) = k(x− y) ,

alors nous pouvons remarquer que la châıne de Markov ainsi construite se met sous la forme
additive suivante :

∀n ∈ N, Xn+1 = Xn +HnIAn ,

où :
• (Hn)n∈N est une suite de variables aléatoires indépendantes et de même loi de densité k

et indépendantes de (Xn)n∈N,
• (An)n∈N est la suite des événements “acceptation”, dans le sens où An est l’événement

sur lequel l’algorithme accepte le pas proposé Xn +Hn :

An = {ρn > 1} ∪ {ρn < 1 et Un < ρn} ,

où (Un)n∈N est une suite de variables aléatoires indépendantes et de même loi uniforme
sur [0 ; 1], et ρn est défini par :

ρn =
f(Xn +Hn)

f(Xn)
.

L’algorithme de Hastings-Metropolis est universel dans le sens où il permet de simuler n’im-
porte quelle loi de probabilité en utilisant un noyau de transition choisi par l’utilisateur. C’est
ce qui en fait un algorithme très utilisé en pratique. De plus, comme nous allons le voir dans la
partie suivante, il est à la base d’algorithmes stochastiques d’optimisation très efficaces comme
le recuit simulé.

1.1.2 Le recuit simulé

Le recuit simulé est un des plus anciens algorithmes stochastiques d’optimisation, et en même
temps un des plus connus. Une importante littérature existe à propos de ses performances, et
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de leur justification théorique (cf. [12, 13, 11, 6, 8]).

Mathématiquement, il s’agit d’optimiser une fonction de plusieurs variables f définie sur un
espace mesurable (E, E) et à valeurs réelles. Les méthodes d’analyse classique fonctionnent mal
quand le nombre de variables est grand, et quand la fonction f présente de nombreux extrema
locaux, difficiles à différencier des extrema globaux dans les calculs. Une alternative possible est
de fabriquer un algorithme stochastique (cf. [17, 24]). L’algorithme de recuit simulé est basé
sur l’algorithme de Hastings-Metropolis ; l’idée est de simuler la loi uniforme sur l’ensemble des
extrema globaux de la fonction f . Pour cela, on dispose des lois de Boltzmann (ou lois de Gibbs),
qui ont la particularité de converger, en un sens que nous allons voir ci-dessous, vers cette loi
uniforme.

À l’origine, le recuit simulé définit, à l’instar de l’algorithme de Hastings-Metropolis initial,
une châıne de Markov sur un espace d’états fini, c’est-à-dire que la recherche de l’optimum de
la fonction f se fait parmi un nombre fini d’états. Cette châıne de Markov n’est pas homogène,
c’est-à-dire que ses probabilités de transition dépendent de l’instant considéré. Cependant, elle
converge vers une loi stationnaire, qui est la loi uniforme sur les minima de la fonction f .

Nous souhaitons généraliser cet algorithme à la recherche des minima dans un ensemble E
infini. L’espace (E, E) est un espace mesurable. Soit µ une mesure sur (E, E). Nous supposons
que la fonction f est bornée inférieurement par rapport à µ, et, sans perte de généralité, que le
µ-essentiel infimum de la fonction f est ramené à 0. Rappelons que le µ-essentiel infimum de f
est défini de la façon suivante :

µ− ess inf(f) = sup {c ∈ R ; µ (f < c) = 0} .

Le principe du recuit simulé est de simuler une loi de Boltzmann (ou loi de Gibbs). Les lois
de Boltzmann sont indicées par un paramètre strictement positif appelé température ; pour un
réel T strictement positif, la loi de Boltzmann de paramètre T , notée GT , est la loi de densité
gT par rapport à µ, définie de la façon suivante :

∀x ∈ E, gT (x) = Z−1
T e−

1
T

f(x) ,

où ZT est la constante de normalisation :

ZT =

∫

e−
1
T

f(y) dµ(y) .

Tout l’intérêt de ces distributions réside dans le fait qu’elles se concentrent sur les minima de
la fonction f si la température tend vers 0. Plus précisément, on considère une suite de réels
strictement positifs (Tn)n∈N qui tend vers 0 quand n tend vers +∞. Tout se passe comme si,
à l’étape n, on essayait de simuler la loi GTn par un pas de l’algorithme de Hastings-Metropolis
avec un noyau K symétrique par rapport à µ. Ainsi, la probabilité d’acceptation à l’étape n est
donnée par :

ATn(x, y) = exp

(
1

Tn

min (0, f(x) − f(y))

)

.
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De plus, le noyau de transition de la châıne est défini par :

∀x ∈ E, ∀B ∈ E , Pn(x,B) =

∫

B

K(x, dω)ATn(x, ω) + IB(x)

∫

K(x, dω)(1 − ATn(x, ω)) .

(1.1.1)
Concrètement, on obtient l’algorithme suivant, décrit dans [17] par exemple :

• n = 0. La châıne part de X0.
• À l’étape n, la transition de Xn à Xn+1 se décompose en une étape d’exploration et une

étape d’acceptation.
? L’étape d’exploration consiste à proposer un état Yn de loi K(Xn, .).
? L’étape d’acceptation se décompose en deux cas :
◦ si f(Yn) 6 f(Xn) on accepte l’état Yn et on pose Xn+1 = Yn.
◦ si f(Yn) > f(Xn) alors,

– on accepte Yn et on pose Xn+1 = Yn avec la probabilité

ATn(Xn,Yn) = exp

(

− 1

Tn
(f(Yn) − f(Xn))

)

,

– on reste en Xn et on pose Xn+1 = Xn avec la probabilité

1 − ATn(Xn,Yn) = 1 − exp

(

− 1

Tn
(f(Yn) − f(Xn))

)

.

Ainsi, chaque étape de l’algorithme de recuit simulé est un pas de l’algorithme de Hastings-
Metropolis, ce qui signifie que, pour tout n, la probabilité de transition Pn a pour loi stationnaire
la loi de Boltzmann GTn.

Voyons maintenant pourquoi la loi GTn se concentre sur les minima de la fonction f quand n
tend vers +∞. On considère une suite de températures strictement positives (Tn)n∈N qui tend
vers 0 quand n tend vers +∞. La proposition suivante donne le résultat.

Proposition 1.1.3 Soit ε > 0. Soit Mε = {x ∈ E ; f(x) 6 ε}. Alors :

lim
n→+∞

GTn(Mε) = 1 .

Démonstration.
Elle s’inspire de [17]. Soit ε > 0. Comme 0 est le µ-essentiel infimum de f , on sait que :

µ (f < 0) = 0 ,

et que :
µ(Mε) > 0 .

Regardons le complémentaire de Mε, noté M c
ε :

GTn(M c
ε ) =

(∫

e−
f(y)
Tn dµ(y)

)−1 ∫

Mc
ε

e−
f(x)
Tn dµ(x)

=

(∫

e−
f(y)
Tn e

ε
Tn dµ(y)

)−1 ∫

Mc
ε

e−
f(x)
Tn

+ ε
Tn dµ(x) .
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Minorons la première parenthèse par µ(Mε), en remarquant que sur Mε, on a f 6 ε :

∫

e−
f(y)
Tn e

ε
Tn dµ(y) >

∫

Mε

e−
f(y)
Tn e

ε
Tn dµ(y)

>

∫

Mε

dµ(y)

= µ(Mε) .

Enfin, par convergence dominée,

lim
n→+∞

∫

Mc
ε

e−
f(x)
Tn

+ ε
Tn dµ(x) = 0 .

La proposition est donc démontrée. 2

Il reste alors à montrer que l’algorithme de recuit simulé converge, c’est-à-dire que :

∀ε > 0, lim
n→+∞

Pn(Mε) = 1 .

Cette question est résolue dans le cas où l’espace d’états est fini. Le résultat a été démontré par
B. Hajek [34] en 1988. Il fait apparâıtre l’idée intuitive que la convergence dépend de l’allure de
la fonction f de départ ; si les minima locaux sont trop profonds, l’algorithme va souvent stagner,
et donc converger moins vite que s’ils sont peu profonds, ou ne pas converger. Le résultat de
B. Hajek traduit cette intuition. Des suites de température (Tn)n∈R qui assurent la convergence
de l’algorithme sont du type :

Tn =
h

log(n)
,

où h est un paramètre positif qui mesure la profondeur des minima locaux de la fonction f .

Dans le cas où l’espace d’états est infini, la question est aussi résolue moyennant une hy-
pothèse supplémentaire sur le noyau K, qui est la suivante (cf. [17] p. 100) :

(H) ∃p ∈ N
∗, ∃ε > 0, ∃ν probabilité sur E, ∀x ∈ E, ∀B ∈ E , Kp(x,B) > εν(B) .

Un schéma de température qui assure la convergence est aussi de la forme :

Tn =
h

log(n)
,

où h est un paramètre positif qui mesure la profondeur des minima locaux de la fonction f .

Ces résultats montrent que le recuit simulé est un algorithme d’optimisation d’une fonction
générale, qui est simple à implémenter dans la pratique. Cependant, la fonction logarithme,
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qui intervient dans l’expression de la température, est chère en temps de calcul et varie lente-
ment. Recalculer Tn à chaque pas de temps serait inefficace. C’est pourquoi l’évolution de la
température est réalisée par paliers de longueur exponentiellement croissante :

∀k ∈ N
∗, ∀n ∈]e(k−1)h, ekh[, Tn =

1

k
.

Pour un tel schéma de température, la châıne de Markov construite est homogène sur des in-
tervalles de temps de plus en plus longs. On peut montrer (cf. [67] p. 141) que, pour k assez
grand, chacun de ces intervalles de temps est suffisamment long pour que la châıne atteigne
son équilibre, à savoir la loi de Boltzmann de paramètre 1/k. Comme ces lois convergent vers la
restriction de µ renormalisée sur les minima de la fonction f (dans le cas où E est dénombrable),
cela justifie que l’algorithme converge, ce que nous avons affirmé ci-dessus.

Ces résultats de convergence ne donnent cependant aucune indication sur le nombre d’itéra-
tions à réaliser ; autrement dit, il n’est pas sûr, au moment où l’on stoppe l’algorithme, que le
minimum de la fonction soit atteint. Une des motivations de cette thèse est de donner un critère
d’arrêt empirique des algorithmes tels que le recuit simulé.

Cette question de l’arrêt d’une méthode MCMC est déjà apparue dans l’article [65] de
B. Ycart. Cependant, elle ne concerne que des algorithmes à espace d’états fini. La solution
repose sur le phénomène de convergence abrupte de certaines châınes de Markov vers leur loi
stationnaire, que l’on appelle cutoff. Ce phénomène est expliqué dans la partie suivante.

1.2 Le phénomène de cutoff

Lorsque l’on étudie une suite de processus de Markov (Xn)n∈N∗, où pour tout n, le processus
Xn = {Xn(t); t > 0} converge vers sa mesure stationnaire πn (en supposant qu’elle existe), il
apparâıt parfois que cette convergence est brutale ; plus précisément, quand t est petit, la loi de
Xn(t) est “loin” de la loi πn, et brutalement, la loi de Xn(t) devient “très proche” de πn. De
plus, la transition est de plus en plus brutale quand n tend vers l’infini. Pour quantifier la notion
de proximité de deux lois, on choisit une distance d entre lois de probabilité. On note L(Xn(t))
la loi de la variable aléatoire Xn(t), et on définit la notion de convergence abrupte (ou cutoff)
de la façon suivante :

Définition 1.2.1 Soit (Xn)n∈N∗ une suite de processus telle que chaque Xn ait une loi station-
naire notée πn. Soit (tn)n∈N∗ une suite de réels positifs tendant vers +∞. On dit que la suite
(tn)n∈N∗ est une suite d’instants de cutoff pour la suite de processus (Xn)n∈N∗ si :

∀c > 0,

{
c < 1 ⇒ lim inf

n→+∞
d(L(Xn(ctn)), πn) > 0,

c > 1 ⇒ lim
n→+∞

d(L(Xn(ctn)), πn) = 0.

Le choix de la distance d peut varier selon le contexte étudié. Le plus souvent d est la distance
en variation totale. On en rappelle ci-dessous la définition.
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Définition 1.2.2 Soient µ et ν deux mesures sur l’espace (Ω,A). La distance en variation
totale entre µ et ν est définie par la formule suivante :

dVT (µ, ν) = sup
A∈A

|µ(A) − ν(A)| .

Les propriétés de la distance en variation totale seront détaillées dans la partie 3.1.1 du cha-
pitre 3. Nous verrons aussi dans la partie 3.1 d’autres choix possibles pour la distance qui mesure
le phénomène de cutoff, ainsi que leurs propriétés.

Historiquement, la notion de cutoff a été introduite par D. Aldous et P. Diaconis [1] en
1987. Ensuite, elle a été étudiée dans de nombreux autres contextes, comme par exemple la
marche aléatoire sur l’hypercube de Z

d [20], les modèles de diffusion [22, 59], les files d’attente
[29, 41, 51], ou bien les marches aléatoires sur les groupes [23, 55]. Un premier état de l’art a
été réalisé par P. Diaconis en 1996 [19], qui concerne le cutoff pour les châınes de Markov à
espace d’états fini. La même année, le cours à Saint-Flour de L. Saloff-Coste [57] donne aussi
une vue d’ensemble sur le sujet, ainsi que son chapitre plus récent sur les marches aléatoires sur
les groupes finis dans [58] en 2004.

Dès 1999, B. Ycart a montré [64, 66] que ce phénomène survenait aussi dans le cas où le
processus Xn est un n-échantillon de châınes de Markov (à temps discret ou continu) à es-
pace d’états fini, convergeant vers une loi stationnaire. Ce dernier cas représente beaucoup plus
qu’un cas particulier de cutoff ; en effet l’étude d’un n-échantillon de châınes à la place de la
châıne elle-même permet d’établir des théorèmes limites en lien avec le phénomène de cutoff.
B. Ycart a notamment étudié dans [65] des fonctionnelles d’échantillons de châınes de Markov
qui permettent de construire des estimateurs des instants de cutoff. Ces estimateurs sont parti-
culièrement utiles puisqu’ils fournissent une règle d’arrêt pour les algorithmes MCMC.

Nous nous intéressons à la généralisation de ces résultats dans le cadre des processus de
Markov à espace d’états quelconques. Nous supposons que le processus échantillonné converge
à vitesse exponentielle vers sa mesure stationnaire, c’est-à-dire que la distance entre la loi du
processus à l’instant t et sa loi stationnaire est une fonction exponentielle décroissante en t.
Nous montrons alors au chapitre 3 (théorème 3.2.4) que le n-échantillon de processus présente
un phénomène de cutoff. Les instants de cutoff sont de la forme log(n)/(2ρ), où ρ est le taux
de décroissance exponentielle intervenant dans la vitesse de convergence. Cependant, comme le
taux ρ est inconnu en général, il est nécessaire d’en chercher un estimateur. Dans cette optique,
nous nous inspirons de la méthode initiée par B. Ycart dans [65]. Un tel estimateur peut être
construit comme le temps d’atteinte d’un niveau par la moyenne arithmétique d’une fonction ϕ
du n-échantillon. Le niveau à atteindre est en fait l’espérance de ϕ sous la loi ν, qui correspond
aussi à la limite quand t tend vers +∞ de l’espérance du processus échantillonné à l’instant t.
Nous étudions ces temps d’atteinte au chapitre 4.

Ce travail est à mettre en parallèle avec celui de C. Paroissin dans sa thèse [43] en 2002.
Il a aussi étudié les temps d’atteinte de niveaux par la moyenne arithmétique d’une fonction
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d’un n-échantillon de processus. Cependant deux différences majeures se dégagent ; la première
concerne l’espace d’états des processus considérés, qui est supposé fini dans son travail, et
quelconque pour nous. La seconde, et la plus flagrante, se situe dans le niveau à atteindre par
la moyenne. Dans les deux cas, les niveaux sont fixes ; comme nous l’avons expliqué dans le
paragraphe précédent, le niveau à atteindre, dans notre travail, est la limite de l’espérance du
processus sommé. Dans la thèse de C. Paroissin, le niveau étudié est un réel que la fonction
espérance atteint en un temps fini.

Dans le chapitre qui vient, nous nous intéressons à un cas particulier de processus : le processus
d’Ornstein-Uhlenbeck. Ce processus admet une loi normale pour loi stationnaire, et il converge
à vitesse exponentielle vers cette loi, comme nous le verrons dans la proposition 2.1.2. Sur
cet exemple, nous déroulons notre plan de travail ; tout d’abord, nous montrons que le n-
échantillon de processus présente un phénomène de cutoff. Ensuite nous remarquons que la
moyenne empirique de l’échantillon est elle-même un processus d’Ornstein-Uhlenbeck, ce qui
en facilite l’étude. Sur cette moyenne, nous construisons un estimateur de l’instant de cutoff,
sous la forme d’un temps d’atteinte. Il est alors possible de calculer la densité de cette variable
aléatoire, et d’en déduire le comportement asymptotique de l’estimateur.





Chapitre 2

Le processus d’Ornstein-Uhlenbeck

Ce chapitre fait l’objet de l’article [37] à parâıtre dans Journal of Applied Probability en
décembre 2005.

Il est consacré à l’étude d’un échantillon de processus d’Ornstein-Uhlenbeck, pour lequel
tous les calculs sont explicites. Sur cet exemple, nous sommes en mesure de montrer que le
n-échantillon présente un phénomène de cutoff à l’instant tn (nous verrons la forme de tn
dans la proposition 2.2.1). De plus, nous savons étudier le processus moyen du n-échantillon
(c’est-à-dire construit à chaque instant comme la moyenne arithmétique des n processus à cet
instant), car ce processus est encore un processus d’Ornstein-Uhlenbeck ; en particulier, nous
savons étudier le temps d’atteinte de 0 par ce processus moyen, où 0 correspond à l’espérance
de la loi stationnaire du processus échantillonné. Nous montrons que ce temps d’atteinte se
concentre autour de l’instant de cutoff tn quand n tend vers l’infini, et que les queues de ce
temps d’atteinte ont la même allure que le comportement de la distance en variation totale au
voisinage de l’instant tn. Pour motiver l’étude qui figure dans les chapitres suivants, nous allons
nous contenter de donner ici les énoncés des résultats clés, en précisant la référence de la partie
où figure la démonstration. Pour commencer, nous allons présenter en détail le processus étudié,
avec ses propriétés principales.

2.1 Cadre de l’étude

Le processus d’Ornstein-Uhlenbeck est solution de l’équation différentielle stochastique dite
de Langevin. Il a été introduit dans les années 30 par deux physiciens [61] pour modéliser le
mouvement d’une particule dans un fluide visqueux. La définition que nous adoptons pour toute
la suite est la suivante.

Définition 2.1.1 Soient ρ et σ deux réels strictement positifs, soit x0 un réel, et soit B =
(B(t))t>0 un mouvement brownien standard. On appelle processus d’Ornstein-Uhlenbeck partant

25
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de x0, de paramètres ρ et σ l’unique solution de l’équation différentielle stochastique suivante :
{
dX(t) = −ρX(t) dt+ σ

√
2ρ dB(t)

X(0) = x0
. (2.1.1)

La forme du coefficient de diffusion n’est pas habituelle. Nous l’avons choisie pour obtenir
une homogénéité dans la variance de la loi du processus, comme nous allons le voir dans ce qui
suit.

Considérons un processus d’Ornstein-Uhlenbeck X partant de x0 et de paramètres ρ et σ.
Grâce à la formule d’Itô, il est facile de voir que le processus Y défini pour tout t positif par :

Y (t) = X(t) eρt ,

est solution de l’équation différentielle stochastique :
{
dY (t) = σ

√
2ρ eρt dB(t)

Y (0) = x0
.

Par conséquent, Y s’écrit de façon explicite sous la forme :

Y (t) = Y (0) + σ
√

2ρ

∫ t

0

eρs dB(s) .

Ainsi le processus X a aussi une formulation explicite :

X(t) = x0e
−ρt + σ

√

2ρ

∫ t

0

e−ρ(t−s) dB(s) .

Cette écriture du processus X permet de voir qu’il est gaussien. Sa moyenne est donnée, pour
tout t positif, par :

E (X(t)) = x0e
−ρt ,

et sa fonction de covariance, pour tous s et t positifs, par :

Cov(X(s), X(t)) = σ2
[
e−ρ|t−s| − e−ρ(t+s)

]
.

Par conséquent, la loi de la variable aléatoire X(t) est une gaussienne de moyenne x0e
−ρt et de

variance σ2(1 − e−2ρt).

En faisant tendre t vers +∞, nous voyons que le processus d’Ornstein-Uhlenbeck admet la
loi gaussienne centrée de variance σ2 comme loi stationnaire, et qu’il converge en loi vers cette
distribution quand t tend vers +∞ :

X(t)
loi−−−−→

t→+∞
N (0, σ2) . (2.1.2)

Plus précisément, nous pouvons démontrer que cette convergence a lieu à vitesse exponen-
tielle, dans le sens où la distance en variation totale entre la loi du processus à l’instant t (notée
L(X(t))) et sa loi stationnaire est de l’ordre d’une fonction exponentielle décroissante de t.
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Proposition 2.1.2 La distance en variation totale entre la loi du processus d’Ornstein-Uhlenbeck
à l’instant t et sa loi stationnaire a la forme suivante lorsque t tend vers +∞ :

dVT

(
L(X(t)),N (0, σ2)

)
=

|x0|
σ
√

2π
e−ρt + o(e−2ρt) .

Cette propriété fait du processus d’Ornstein-Uhlenbeck un cas particulier de processus expo-
nentiellement convergent ; nous définirons cette notion précisément au chapitre 3 (définition 3.2.1).

Démonstration.
Posons ε = e−ρt. On doit donc évaluer, quand ε tend vers 0, la distance en variation totale entre
la loi N (x0ε, σ

2(1 − ε2)) et la loi N (0, σ2). Partons de l’égalité (3.1.2) de la proposition 3.1.3
où la distance en variation totale s’écrit comme la moitié de la distance en norme L1 :

dVT (N (x0ε, σ
2(1 − ε2)),N (0, σ2)) =

1

2

∫

R

∣
∣
∣
∣

1

σ
√

2π
e−

x2

2σ2 − 1

σ
√

2π
√

1 − ε2
e
− (x−x0ε)2

2σ2(1−ε2)

∣
∣
∣
∣
dx

Par le changement de variable (y = x
σ
), on arrive à :

dVT (N (x0ε, σ
2(1 − ε2)),N (0, σ2)) = dVT

(

N
(x0ε

σ
, 1 − ε2

)

,N (0, 1)
)

.

Or cette distance est calculée dans la proposition 3.1.8 du chapitre 3 :

∀θ ∈ R, dVT

(
N
(
θε, 1 − ε2

)
,N (0, 1)

)
=

|θ|ε√
2π

+ o(ε2) .

Nous en déduisons que :

dVT

(
L(X(t)),N (0, σ2)

)
=

|x0|
σ
√

2π
e−ρt + o(e−2ρt) .

2

Venons-en à l’étude du phénomène de cutoff dans le cas du processus d’Ornstein-Uhlenbeck.
Nous nous intéressons tout d’abord à un n-échantillon de processus, avant d’étudier sa moyenne
empirique.

2.2 Le phénomène de cutoff

2.2.1 Cutoff pour le n-échantillon

Considérons un n-échantillon de processus d’Ornstein-Uhlenbeck (X1, . . . , Xn) partant tous
du même point x0, de mêmes paramètres ρ et σ strictement positifs. La loi stationnaire de ce
n-échantillon est la loi normale n-dimensionnelle N (0, σ2)⊗n obtenue comme produit tensoriel
n fois de la loi normale centrée de variance σ2 par elle-même. Nous la notons ν⊗n. De plus, le
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n-échantillon converge, quand t tend vers l’infini, vers sa loi stationnaire. Définissons alors la
fonction dn, à chaque instant t, comme la distance en variation totale entre la loi du n-échantillon
à l’instant t et la loi stationnaire :

dn(t) = dVT

(
L (X1(t), . . . , Xn(t)) , ν⊗n

)
.

La proposition suivante montre que le n-échantillon présente un phénomène de cutoff (voir
la définition 1.2.1), et décrit précisément le comportement de la fonction dn autour de l’instant
de cutoff.

Proposition 2.2.1 Le n-échantillon (X1, . . . , Xn) présente un phénomène de cutoff à l’instant
tn défini par :

tn =
log(n)

2ρ
.

De plus, pour tout n assez grand, et pour tout réel u tel que tn + u > 0, on a :

1 − exp

(

− x2
0

8σ2
e−2ρu

)

+ εn(u) 6 dn(tn + u) (2.2.3)

et :

dn(tn + u) 6

√

1 − exp

(

− x2
0

4σ2
e−2ρu

)

+ ε′n(u) , (2.2.4)

où εn et ε′n sont des fonctions convergeant simplement vers 0.

Cette proposition précise le comportement de la convergence du n-échantillon vers sa loi
stationnaire autour de l’instant de cutoff tn ; en effet elle montre que le cutoff se produit dans
un intervalle de temps de longueur O(1), alors que la définition 1.2.1 exige seulement qu’il se
produise dans un intervalle de longueur O(log(n)). Nous verrons la démonstration de ce point
dans la partie 3.2 du chapitre 3 (proposition 3.2.6).

La démonstration de la proposition 2.2.1 repose sur la comparaison entre la distance en
variation totale et la distance de Hellinger. En effet, la distance en variation totale ne se prête
pas aux calculs explicites sur les lois normales multidimensionnelles, contrairement à la distance
de Hellinger. Les propriétés de cette distance sont exposées dans la partie 3.1.2 du chapitre 3.
Nous ne rappelons ici que la définition : la distance de Hellinger entre deux lois de probabilité
P et Q de densités respectives p et q par rapport à la mesure λ est donnée par :

dH(P,Q) =

(
1

2

∫

Ω

(
√
p−√

q)2 dλ

) 1
2

.

De plus il est possible de calculer exactement la distance de Hellinger entre deux lois normales
n-dimensionnelles. Soit N (m1, v

2
1)

⊗n et N (m2, v
2
2)

⊗n deux telles lois. Nous avons alors (propo-
sition 3.1.15) :

d2
H(N (m1, v

2
1)

⊗n,N (m2, v
2
2)

⊗n) = 1 −
(

2v1v2

v2
1 + v2

2

)n
2

exp

(

−n(m1 −m2)
2

4(v2
1 + v2

2)

)

. (2.2.5)
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Enfin, la distance en variation totale est contrôlée par la distance de Hellinger (proposition 3.1.13).
Si P et Q sont deux lois de probabilité, alors :

d2
H(P,Q) 6 dVT (P,Q) 6 dH(P,Q)

√

2 − d2
H(P,Q) . (2.2.6)

Venons-en à la démonstration de la proposition 2.2.1.

Démonstration.
Il faut commencer par remarquer qu’il suffit de démontrer les inégalités (2.2.3) et (2.2.4) pour
obtenir la présence du cutoff en tn. Ceci découle principalement de la décroissance de la fonction
dn (proposition 3.1.5 du chapitre 3).
À l’instant t, le n-échantillon (X1, . . . , Xn) suit la loi N (x0e

−ρt, σ2(1− e−2ρt))⊗n, et la loi sta-
tionnaire est la loi N (0, σ2)⊗n. Nous pouvons donc calculer la distance de Hellinger entre ces lois
grâce à la formule (2.2.5). Ensuite nous encadrons la distance en variation totale par la distance
de Hellinger (inégalité (2.2.6) ci-dessus), et nous étudions le comportement asymptotique de
chacune des deux bornes quand n tend vers l’infini pour obtenir le résultat. 2

Dans la partie suivante, nous allons voir que la moyenne empirique du n-échantillon présente
un phénomène de cutoff au même instant.

2.2.2 Cutoff pour la moyenne empirique

Considérons toujours un n-échantillon de processus d’Ornstein-Uhlenbeck (X1, . . . , Xn) par-
tant tous du même point x0, de mêmes paramètres ρ et σ strictement positifs. À partir de ce
n-échantillon, nous construisons le processus moyen :

Mn(t) =
1

n

n∑

i=1

Xi(t) .

Dans ce cadre particulier des processus d’Ornstein-Uhlenbeck, le processus Mn est lui-même un
processus d’Ornstein-Uhlenbeck.

En effet, la linéarité de l’équation différentielle stochastique vérifiée par le processus d’Ornstein-
Uhlenbeck implique que toute combinaison linéaire de processus d’Ornstein-Uhlenbeck indépendants
et ayant le même coefficient de dérive ρ est encore un processus d’Ornstein-Uhlenbeck.

Proposition 2.2.2 Soient ρ, σ1, . . . , σn n + 1 réels strictement positifs, et x1
o, . . . , x

n
o n réels

quelconques. Pour chaque i de {1, . . . , n}, soit Xi un processus d’Ornstein-Uhlenbeck partant de
xi

o, de paramètres ρ and σi. Supposons de plus que X1, . . . , Xn sont indépendants, et définissons,
pour n réels λ1, . . . , λn, le processus Yn comme la combinaison linéaire suivante des Xi :

Yn =

n∑

i=1

λiXi .
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Alors Yn est un processus d’Ornstein-Uhlenbeck partant de

n∑

i=1

λix
i
o, de paramètres ρ et

(
n∑

i=1

λ2
iσ

2
i

) 1
2

.

Démonstration.
Pour chaque i de {1, . . . , n} le processus Xi est solution de l’équation différentielle stochastique
suivante : {

dXi(t) = σi

√
2ρ dBi(t) − ρXi(t)dt

X(0) = xi
o

,

où B1, . . . , Bn sont n mouvements browniens standard indépendants.
On en déduit que Yn satisfait l’équation différentielle stochastique suivante :

{
dYn(t) =

√
2ρ
∑n

i=1 λiσi dBi(t) − ρYn(t)dt
Yn(0) =

∑n
i=1 λix

i
o

.

Pour finir, on remarque que
n∑

i=1

λiσiBi peut aussi s’écrire

(
n∑

i=1

λ2
iσ

2
i

) 1
2

B, où B est un mou-

vement brownien standard. 2

Comme corollaire immédiat de cette proposition, nous voyons que la moyenne arithmétique
de n processus d’Ornstein-Uhlenbeck indépendants et de même loi est encore un processus
d’Ornstein-Uhlenbeck.

Corollaire 2.2.3 Soit ρ et σ deux réels strictement positifs, et x0 un réel quelconque. Soit
(X1, . . . , Xn) un n-échantillon de processus d’Ornstein-Uhlenbeck partant de x0 et de pa-
ramètres ρ et σ. Soit Mn le processus moyen associé à cet échantillon :

∀t > 0, Mn(t) =
1

n

n∑

i=1

Xi(t) .

Alors Mn est un processus d’Ornstein-Uhlenbeck partant de x0 et de paramètres ρ et σ/
√
n.

En utilisant le résultat (2.1.2) de convergence en loi des processus d’Ornstein-Uhlenbeck,
nous en déduisons donc que, à n fixé, le processus Mn converge en loi quand t tend vers +∞ :

Mn(t)
loi−−−−→

t→+∞
N
(

0,
σ2

n

)

.

Notons νn la loi N
(

0, σ2

n

)

. De la même façon que dans la partie précédente, nous pouvons

donc définir la fonction dn, à chaque instant t, comme la distance en variation totale entre la
loi du processus Mn à l’instant t et sa loi stationnaire :

dn(t) = dVT (L (Mn(t)) , νn) .

Le phénomène de cutoff pour le processus Mn est décrit dans la proposition suivante.
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Proposition 2.2.4 La suite (tn)n∈N∗ est une suite d’instants de cutoff pour la convergence du
processus Mn vers sa loi stationnaire. De plus, pour n assez grand et pour tout réel u tel que
tn + u > 0, on a :

1 − exp

(

− x2
0

8σ2
e−2ρu

)

+ εn(u) 6 dn(tn + u) (2.2.7)

et :

dn(tn + u) 6

√

1 − exp

(

− x2
0

4σ2
e−2ρu

)

+ ε
′

n(u) , (2.2.8)

où εn et ε
′

n sont des fonctions convergeant simplement vers 0.

Démonstration.
Elle est semblable en tout point à la démonstration de la proposition 2.2.1. Nous commençons
par démontrer les inégalités (2.2.7) et (2.2.8). Pour cela, nous connaissons la loi de la variable
aléatoire Mn(t) : c’est la loi normale N (x0e

−ρt, σ2(1− e−2ρt)/
√
n). La loi stationnaire est la loi

normale N (0, σ2/
√
n). Donc, à l’aide de la formule (2.2.5), nous pouvons calculer la distance

de Hellinger entre ces deux lois. Ensuite nous utilisons l’encadrement (2.2.6) de la distance en
variation totale par la distance de Hellinger, puis l’étude du comportement asymptotique des
deux bornes donne le résultat annoncé. 2

Ces deux phénomènes de cutoff, pour l’échantillon et sa moyenne, sont très similaires.
Considérons la distance en variation totale (dn ou dn) comme une fonction du temps : c’est une
fonction qui décrôıt de 1 à 0 (la décroissance sera démontrée dans la proposition 3.1.5). Elle peut
donc être vue comme la fonction de survie d’une certaine variable aléatoire positive, concentrée
autour de l’instant de cutoff log(n)/(2ρ). Cette variable aléatoire virtuelle s’interprète comme
“l’instant où le processus atteint l’équilibre”. Dans la partie suivante, nous allons voir comment
trouver une approximation de cet instant virtuel, au moyen d’un temps d’atteinte.

2.3 Temps d’atteinte

Dans cette partie nous faisons le lien entre le phénomène de cutoff et certains temps d’atteinte
particuliers. L’idée de relier ces deux notions est déjà apparue dans un article de B. Ycart [64]
pour l’étude du cutoff d’un échantillon de châınes de Markov à temps continu et espace d’états
fini. Dans ce cas, l’échantillon est noté (X1, . . . , Xn), et converge vers sa loi stationnaire notée
ν. Dans l’article [64], l’auteur montre qu’un phénomène de cutoff se produit à l’instant τn défini
par :

τn =
log(n)

2β
,

où β est le trou spectral du générateur infinitésimal du processus échantillonné. Comme β est
inconnu en général, un estimateur en est proposé. Pour une certaine fonction φ à valeurs réelles,
la moyenne de l’image du n-échantillon par φ est définie par :

Mφ
n (t) =

1

n

n∑

i=1

φ(Xi(t)) ,
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et le temps d’atteinte par ce processus de l’espérance de φ sous la loi stationnaire est noté Tn.
B. Ycart montre alors que :

lim
n→+∞

E(Tn)

τn
= 1 ,

et que :

lim
n→+∞

V ar(Tn)

E(T 2
n)

= 0 ,

ce qui montre que la variable aléatoire log(n)/(2Tn) est un estimateur consistant de β.

Pour l’échantillon de processus d’Ornstein-Uhlenbeck, nous utilisons la même idée. Nous no-
tons (X1, . . . , Xn) le n-échantillon de processus, partant tous de x0 supposé non nul, de mêmes
paramètres ρ et σ. La loi stationnaire d’une coordonnée est notée ν (ν est la loi normale centrée
de variance σ2), et le processus moyen construit à partir de l’échantillon est noté Mn (ce qui
correspond à prendre pour φ l’identité).

La loi ν est centrée, donc le temps d’atteinte qui nous intéresse est le premier instant où la
moyenne empirique du processus atteint 0 :

T x0,n
0 = inf{t > 0 ;Mn(t) = 0} .

Nous avons vu dans la partie précédente (corollaire 2.2.3) queMn est un processus d’Ornstein-
Uhlenbeck. Or la densité du temps d’atteinte d’un niveau fixé par un processus d’Ornstein-
Uhlenbeck est connue. Elle est utilisée dans de nombreuses applications. Par exemple dans [38],
elle sert à déterminer une formule de pricing d’une certaine option. L’article [2] est une référence
très complète sur le temps d’atteinte d’un niveau par un processus d’Ornstein-Uhlenbeck. Dans
le cas général (quand le niveau à atteindre est différent de 0) la densité du temps d’atteinte est
donnée à travers sa transformée de Laplace, et elle est explicite dans le cas où le niveau est 0.
On peut la lire dans [46] ou dans [2], et elle est rappelée dans la proposition suivante.

Proposition 2.3.1 Soit X un processus d’Ornstein-Uhlenbeck partant d’un réel x0 non nul, de
paramètres ρ et σ. Soit T0 le premier instant où X atteint 0 :

T0 = inf{t > 0 ; X(t) = 0} .
Alors la variable aléatoire T0 admet la densité ψ sur R, donnée par :

ψ(t) =
|x0|

2σ
√
πρ

(
ρ

sinh(ρt)

) 3
2

exp

(

− x2
0 e

−ρt

4σ2 sinh(ρt)
+
ρt

2

)

. (2.3.9)

Le processus Mn part de x0, et a pour paramètres ρ et σ/
√
n, donc, par application de la

proposition 2.3.1 précédente, nous obtenons la densité gn du temps d’atteinte T x0,n
0 :

gn(t) =
|x0|
2σ

√
n

πρ

(
ρ

sinh(ρt)

) 3
2

exp

(

− nx2
0 e

−ρt

4σ2 sinh(ρt)
+
ρt

2

)

.

De cette formule se déduit la convergence en loi de la variable aléatoire T x0,n
0 quand n tend

vers l’infini.
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Proposition 2.3.2 Soit Un la renormalisation suivante de T x0,n
0 :

Un = ρ

(

T x0,n
0 − log(n)

2ρ
+

1

2ρ
log

(
2σ2

x2
0

))

.

Quand n tend vers l’infini, la variable aléatoire Un converge en loi vers la loi de densité g sur R,
avec :

g(t) =
2√
π

exp
(
−t− e−2t

)
.

La démonstration de cette proposition utilise le lemme de Scheffé ([9] p. 223), que l’on
rappelle ci-dessous.

Lemme 2.3.3 Soit (Ω,A) un espace mesurable, et soit µ une mesure sur cet espace. Soit
(Pn)n∈N une suite de lois de probabilité de densités respectives (pn)n∈N par rapport à µ, et soit
P une loi de probabilité de densité p par rapport à µ. Si la suite (pn)n∈N tend simplement vers p
µ-presque partout quand n tend vers +∞, alors :

lim
n→+∞

dV T (Pn, P ) = 0 .

Dans la suite, nous utiliserons ce lemme pour établir la convergence en loi d’une suite de
variables aléatoires (Xn)n∈N admettant chacune une densité pn par rapport à la mesure de
Lebesgue sur R vers une variable aléatoire X admettant aussi une densité p par rapport à la
mesure de Lebesgue sur R, en sachant seulement que la suite (pn)n∈N converge simplement vers
p en tout point de R.

Notons en effet Fn et F les fonctions de répartition respectives de Xn et de X :

∀x ∈ R, Fn(x) =

∫ x

−∞
pn(u) du et F (x) =

∫ x

−∞
p(u) du .

Montrer la convergence en loi de (Xn)n∈N vers X, c’est montrer la convergence simple de
(Fn)n∈N vers F en tout point de continuité de F .

Le lemme de Scheffé assure que la distance en variation totale entre la loi de Xn et la loi de
X tend vers 0 quand n tend vers +∞, ce qui, par définition de la distance en variation totale
(définition 3.1.1) s’écrit :

lim
n→+∞

sup
A∈A

∣
∣
∣
∣

∫

A

pn(u) du−
∫

A

p(u) du

∣
∣
∣
∣
= 0 .

Soit x un point de continuité de F . On a :

|Fn(x) − F (x)| 6 sup
A∈A

∣
∣
∣
∣

∫

A

pn(u) du−
∫

A

p(u) du

∣
∣
∣
∣
,
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ce qui montre que (Fn(x))n∈N tend vers F (x) quand n tend vers +∞, et assure la convergence
en loi de la suite (Xn)n∈N vers X.

Nous donnons maintenant la démonstration de la proposition 2.3.2.

Démonstration.
La densité en t de la variable aléatoire Un est donnée par :

1

ρ
gn

(
t

ρ
+

log(n)

2ρ
− 1

2ρ
log

(
2σ2

x2
0

))

.

Un calcul simple montre que, pour tout t :

lim
n→+∞

1

ρ
gn

(
t

ρ
+

log(n)

2ρ
− 1

2ρ
log

(
2σ2

x2
0

))

= g(t) .

Ensuite, le lemme de Scheffé (lemme 2.3.3) permet de conclure que la variable aléatoire Un

converge en loi vers une variable aléatoire de densité g. 2

La figure 2.1 montre l’allure de la densité limite g.

−2 −1 0 1 2 3 4 5 6 7
0

0.1

0.2

0.3

0.4

0.5

Fig. 2.1 – Graphe de la densité g.

Illustrons maintenant ce résultat de convergence en loi. Nous avons fixé successivement la
valeur de n à 10, puis 100, puis 1000. Dans chaque cas, nous avons simulé 500 valeurs de la
variable aléatoire T x0,n

0 avec les paramètres suivants :

ρ = 1, σ = 1 et x0 = 5 .
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Nous avons alors renormalisé ces 500 valeurs pour obtenir 500 valeurs de la variable aléatoire
Un. Les trois lignes de la figure 2.2 correspondent aux trois valeurs successives de n. La première
colonne montre la superposition de l’histogramme avec le graphe de la densité limite g (en poin-
tillés). La deuxième colonne montre la superposition de la fonction de répartition empirique de
l’échantillon (trait continu) avec la fonction de répartition théorique de la loi limite (en poin-
tillés). Dans chacun des trois cas, nous avons aussi calculé la p-valeur du test d’adéquation de
Kolmogorov-Smirnov.

Rappelons la définition de la p-valeur. Supposons que le test statistique considéré soit basé
sur la statistique de test T . Si t est une observation de T , alors la p-valeur associée à t est le
plus petit niveau auquel l’hypothèse nulle H0 est rejetée. La connaissance de la p-valeur rend
donc inutile le calcul préalable de la région de rejet : si p(t) est la p-valeur d’une observation
t de la statistique T sous l’hypothèse nulle H0, on obtient un test de niveau α par la règle de
rejet suivante :

Rejet de H0 ⇐⇒ p(T ) < α .

On pourra consulter le livre [10] et le site web de cours interactif de statistique SMEL 1 comme
références sur ce sujet.

Ici nous avons noté la p-valeur p, et nous l’avons fait figurer dans les trois cas. Les p-valeurs
obtenues montrent qu’en prenant par exemple un risque de 5%, le test de Kolmogorov-Smirnov
accepte l’hypothèse selon laquelle la distribution empirique s’ajuste à la distribution limite.

Cette convergence implique tout d’abord que la variable aléatoire T x0,n
0 se concentre près de

l’instant de cutoff tn en termes de convergence en probabilité :

lim
n→+∞

T x0,n
0

log(n)
2ρ

= 1 en probabilité,

de sorte que log(n)/(2T x0,n
0 ) est un estimateur consistant de ρ si ρ est inconnu.

De plus, la loi limite de densité g est celle d’une variable aléatoire Y qui s’écrit comme le
logarithme d’une gaussienne :

Y = − log

( |N |√
2

)

,

où N est une variable aléatoire gaussienne standard. La distribution de Y est donc asymétrique
et se comporte très différemment en −∞ et +∞. Plus précisément, regardons la fonction de
répartition G de la variable aléatoire Y . Pour tout y de R, nous avons :

G(y) = 2
(

1 − Φ(
√

2e−y)
)

,

1http ://www.math-info.univ-paris5.fr/smel
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Fig. 2.2 – Convergence en loi de T x0,n
0 .
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où Φ désigne la fonction de répartition de la loi gaussienne standard. Or on connâıt des
équivalents de 1 − Φ en 0 et en +∞ ([27] Chap.VII p. 175) :

1 − Φ(x) ∼
x→0

1

2
− x√

2π
,

et :

1 − Φ(x) ∼
x→+∞

1

x
√

2π
exp

(

−x
2

2

)

.

Donc on obtient des équivalents de G en −∞ et en +∞ :

G(y) ∼
y→−∞

1√
π

exp
(
y − e−2y

)
,

et :

G(y) ∼
y→+∞

1 − 2√
π
e−y .

En comparant ces équivalents avec le comportement de la distance en variation totale à
gauche et à droite de l’instant de cutoff, on constate que les ordres de grandeur sont semblables.
En effet, commençons par regarder à droite de l’instant de cutoff. Le majorant de la distance
en variation totale est équivalent, quand u tend vers +∞ à :

|x0|
2σ

e−ρu .

De plus la queue de distribution droite de T x0,n
0 peut être estimée à l’aide de la convergence en

loi de T x0,n
0 − tn :

lim
n→+∞

P (T x0,n
0 > tn + u) = 1 −G

(

ρu+ log

(

σ
√

2

|x0|

))

.

Grâce à l’équivalent de G au voisinage de +∞, on obtient :

1 −G

(

ρu+ log

(

σ
√

2

|x0|

))

∼
u→+∞

|x0|
σ

√

2

π
e−ρu .

Donc la queue de distribution droite de T x0,n
0 est du même ordre de grandeur que la distance

en variation totale à droite de l’instant de cutoff.

À gauche de cet instant, on peut faire le même genre de raisonnement. Le minorant de la
distance en variation totale prise à l’instant tn − u avec u positif est :

1 − exp

(

− x2
0

8σ2
e2ρu

)

.
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Par ailleurs, la queue de distribution gauche de T x0,n
0 peut être estimée à l’aide de la convergence

en loi de T x0,n
0 − tn :

lim
n→+∞

P (T x0,n
0 < tn − u) = G

(

−ρu+ log

(

σ
√

2

|x0|

))

.

Grâce à l’équivalent de G au voisinage de −∞, on obtient :

G

(

−ρu+ log

(

σ
√

2

|x0|

))

∼
u→+∞

σ

|x0|

√

2

π
exp

(

−ρu− x2
0

2σ2
e2ρu

)

.

Du côté gauche on voit un peu moins bien la ressemblance des deux comportements, mais les
allures générales sont les mêmes : à gauche, la fonction est une composée de deux exponentielles,
alors qu’à droite c’est une exponentielle simple.

2.4 Simulations

Terminons ce chapitre par une illustration numérique du lien entre le phénomène de cutoff
du n-échantillon et le temps d’atteinte de 0 par sa moyenne empirique. Plus précisément, nous
voulons illustrer le fait que le n-échantillon de processus atteint son régime stationnaire à l’ins-
tant de cutoff.

Nous commençons par fixer les paramètres du processus d’Ornstein-Uhlenbeck que nous allons
échantillonner :

ρ = 1, σ = 1 et x0 = 10 .

Nous fixons aussi la taille de l’échantillon : n = 100 puis n = 1000, et une suite d’instants
régulièrement espacés t1, . . . , tk (nous choisissons ti = i/100). Une expérience consiste alors à
simuler un n-échantillon de processus d’Ornstein-Uhlenbeck (X1, . . . , Xn) avec ces paramètres.
Nous savons qu’à chaque instant ti, le n-uplet (X1(ti), . . . , Xn(ti)) est un échantillon gaussien.
Nous pouvons donc tester si sa moyenne est nulle ; nous réalisons le test en supposant que sa
variance est inconnue, et nous l’estimons par la variance empirique. Nous récupérons donc, à
chaque instant ti, la p-valeur du test. En même temps, nous calculons le premier instant où la
moyenne du n-échantillon vaut 0. Nous obtenons donc une observation de la variable aléatoire
T x0,n

0 .
Ensuite nous répétons 1000 fois cette expérience. Pour chaque ti, nous obtenons donc un

échantillon de taille 1000 de p-valeurs ; de plus nous avons 1000 observations de la variable
aléatoire T x0,n

0 . Sur les figures 2.3, nous avons associé à chaque abscisse ti la moyenne des 1000
p-valeurs obtenues ; la première figure est établie dans le cas où n vaut 100, et la seconde dans
le cas où n vaut 1000.

Nous pouvons constater que la p-valeur moyenne du test devient strictement positive à par-
tir de l’instant de cutoff. Cela revient à n’accepter l’hypothèse que le n-échantillon suit la loi
stationnaire qu’à un niveau très faible. Il faut attendre environ deux fois le temps de cutoff pour
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Fig. 2.3 – Moyenne des p-valeurs du test de nullité de la moyenne d’un échantillon gaussien,
obtenues pour n = 100 et n = 1000.
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que le processus soit stabilisé à son régime stationnaire (quand la p-valeur se stabilise autour de
25%). Ceci illustre le fait que le cutoff permet de détecter le moment où le processus converge
vers sa loi stationnaire.

Par ailleurs, avec l’échantillon d’observations de la variable aléatoire T x0,n
0 , nous pouvons illus-

trer la convergence en loi de la proposition 2.3.2. En effet, nous calculons la version normalisée
de l’échantillon :

Un = ρ

(

T x0,n
0 − log(n)

2ρ
+

1

2ρ
log

(
2σ2

x2
0

))

.

Nous choisissons comme test d’adéquation le test de Kolmogorov-Smirnov. Il permet de décider
si cet échantillon est distribué selon la loi limite de densité g. Le tableau 2.1 donne les p-valeurs
obtenues, dans le cas où n vaut 100, puis dans celui où n vaut 1000.

n p-valeur
100 0.0037
1000 0.024

Tab. 2.1 – p-valeur du test de Kolmogorov-Smirnov entre le n-échantillon de Un et la loi limite
de densité g.

En conclusion, nous pouvons dire que l’exemple du processus d’Ornstein-Uhlenbeck illustre le
lien étroit qu’il y a entre le phénomène de cutoff dans la convergence d’un n-échantillon vers sa
loi stationnaire et l’étude du temps d’atteinte construit à partir de la moyenne empirique de ce n-
échantillon. Dans les chapitres qui suivent, nous entreprendrons la même démarche pour étudier,
en premier lieu, le phénomène de cutoff pour des échantillons de processus exponentiellement
convergents, puis pour faire le lien entre ce phénomène et le temps d’atteinte d’un niveau par
la moyenne de l’échantillon.



Chapitre 3

Le cutoff

Ce chapitre est consacré à l’étude du phénomène de cutoff pour des échantillons de processus
tels que le processus échantillonné converge à vitesse exponentielle vers sa mesure stationnaire.
Nous commençons par des rappels sur différentes distances entre mesures de probabilité qui
sont utiles par la suite (partie 3.1). Dans la partie 3.2 nous traitons le phénomène de cutoff
pour les échantillons de processus exponentiellement convergents. Enfin, nous terminons par des
exemples (partie 3.3).

3.1 Distances entre mesures de probabilité

Pour comprendre le phénomène de cutoff il est nécessaire de connâıtre différentes distances
entre mesures de probabilité. Nous en utiliserons quatre : la distance en variation totale, la
distance de Hellinger, la distance du χ2 et la distance de Kullback. Bien que les deux dernières
ne soient pas des distances au sens topologique du terme (il manque la propriété de symétrie
notamment), nous conserverons l’appellation de distance dans leur cas, d’autant plus que ce
sont les relations existant entre ces distances qui nous intéressent. Ce sujet est largement abordé
dans la littérature ; cependant, les définitions diffèrent souvent d’un ouvrage à l’autre. Dans le
cas des distances en variation totale et de Hellinger, où les définitions diffèrent d’une constante
multiplicative, nous avons choisi de fixer la constante pour que la distance vaille 1 entre deux
mesures étrangères. Les références principales de cette partie sont les livres de D. Pollard [47] et
de R.D. Reiss [49]. L’article de A.L. Gibbs et F.E. Su [30] est aussi une référence très complète
sur les relations entre les différentes distances.

3.1.1 La distance en variation totale

Il s’agit de la distance la plus utilisée en probabilités. Un chapitre lui est consacré dans le
livre de L. Devroye et G. Lugosi [18]. Rappelons sa définition :

Définition 3.1.1 Soient µ1 et µ2 deux mesures sur l’espace (Ω,A). La distance en variation
totale entre µ1 et µ2 est définie de la façon suivante :

dVT (µ1, µ2) = sup
A∈A

|µ1(A) − µ2(A)| (3.1.1)

41
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Donnons quelques propriétés simples de cette distance. La propriété suivante montre que la
distance en variation totale entre deux mesures de probabilité est toujours comprise entre 0 et 1.

Proposition 3.1.2 Soient P et Q deux mesures de probabilité sur l’espace (Ω,A).
• La distance en variation totale est une distance, et en particulier, dVT (P,Q) = 0 si et

seulement si P = Q.
• Les mesures P et Q sont étrangères (c’est-à-dire à supports disjoints) si et seulement si
dVT (P,Q) = 1.

Un des principaux avantages de la distance en variation totale est énoncé dans la proposition
suivante ; elle montre que la distance peut se calculer directement à partir des densités des
mesures de probabilité considérées.

Proposition 3.1.3 Soient P et Q deux mesures de probabilité sur l’espace (Ω,A) dominées
par une même mesure µ. Soient p et q leurs densités respectives par rapport à µ :

p =
dP

dµ
et q =

dQ

dµ
.

Alors :

dVT (P,Q) =
1

2

∫

Ω

|p− q| dµ (3.1.2)

=
1

2
sup

{∣
∣
∣
∣

∫

Ω

f dP −
∫

Ω

f dQ

∣
∣
∣
∣

; ‖f‖∞ 6 1

}

. (3.1.3)

La proposition précédente montre que la distance en variation totale est directement reliée à
la distance L1 entre les densités. De plus, au vu de la définition 3.1.1 de la distance en varia-
tion totale, on constate que dVT (P,Q) ne dépend pas de la mesure choisie pour dominer P et Q.

Démonstration.
Nous démontrons d’abord que :

dVT (P,Q) =
1

2

∫

Ω

|p− q| dµ .

• Pour cela on montre en premier lieu que : dVT (P,Q) 6
1

2

∫

Ω

|p− q| dµ.

Soit A un élément de A. En notant Ā le complémentaire de A, on a : |P (A) − Q(A)| =
|P (Ā) −Q(Ā)|. Alors :

2 |P (A) −Q(A)| = |P (A) −Q(A)| + |P (Ā) −Q(Ā)|

=

∣
∣
∣
∣

∫

A

(p− q) dµ

∣
∣
∣
∣
+

∣
∣
∣
∣

∫

Ā

(p− q) dµ

∣
∣
∣
∣

6

∫

A

|p− q| dµ+

∫

Ā

|p− q| dµ

=

∫

Ω

|p− q| dµ .
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• Ensuite on démontre que :
∫

{p<q}
(q − p) dµ =

∫

{p>q}
(p− q) dµ =

1

2

∫

Ω

|p− q| dµ .

Comme P et Q sont des probabilités, on sait que :
∫

Ω

p dµ = 1 =

∫

Ω

q dµ ,

donc on a :

0 =

∫

Ω

(p− q) dµ =

∫

{p>q}
(p− q) dµ+

∫

{p<q}
(p− q) dµ ,

et donc : ∫

{p>q}
(p− q) dµ =

∫

{p<q}
(q − p) dµ .

Alors :
∫

Ω

|p− q| dµ =

∫

{p>q}
(p− q) dµ+

∫

{p<q}
(q − p) dµ

= 2

∫

{p>q}
(p− q) dµ

= 2

∫

{p<q}
(q − p) dµ .

• Finalement on démontre que : dVT (P,Q) >
1

2

∫

Ω

|p− q| dµ.

Définissons Ao = {p > q}. Alors :

dVT (P,Q) > |P (Ao) −Q(Ao)|

=

∣
∣
∣
∣

∫

{p>q}
(p− q) dµ

∣
∣
∣
∣

=

∫

{p>q}
(p− q) dµ

=
1

2

∫

Ω

|p− q| dµ .

Pour finir, démontrons l’égalité suivante :
∫

Ω

|p− q| dµ = sup

{∣
∣
∣
∣

∫

Ω

f dP −
∫

Ω

f dQ

∣
∣
∣
∣

; ‖f‖∞ 6 1

}

.

Soit ϕ une fonction mesurable définie sur Ω et à valeurs dans R. Commençons par remarquer
que, pour toute fonction f mesurable de norme infinie inférieure ou égale à 1, on a :

∣
∣
∣
∣

∫

Ω

ϕf dµ

∣
∣
∣
∣
6

∫

Ω

|ϕ| dµ ,
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et que l’égalité a lieu pour la fonction f = Iϕ>0 − Iϕ<0. On en déduit que :

∫

Ω

|ϕ| dµ = sup

{∣
∣
∣
∣

∫

Ω

ϕf dµ

∣
∣
∣
∣

; ‖f‖∞ 6 1

}

.

L’égalité cherchée est obtenue en appliquant ce résultat à la fonction |p− q|. 2

La proposition 3.1.3 a un corollaire immédiat, qui permet de calculer la distance en variation
totale entre deux lois de probabilité dont l’une est absolument continue par rapport à l’autre.

Corollaire 3.1.4 Soient P et Q deux lois de probabilité telles que P est absolument continue
par rapport à Q. Notons f la densité de P par rapport à Q. Alors :

dVT (P,Q) =
1

2

∫

Ω

|f − 1| dQ .

Voici maintenant une proposition qui justifie en grande partie l’utilisation de la distance en
variation totale dans le phénomène de cutoff.

Proposition 3.1.5 Soit X = {X(t); t > 0} un processus de Markov de loi stationnaire ν.
Alors, pour tout réel x, la fonction qui à t associe la distance en variation totale entre la loi de
X(t) sachant X(0) = x et la loi ν est décroissante.

Démonstration.
Notons P le semi-groupe de transition du processus X. Pour tout t positif, l’opérateur Pt est
défini de l’ensemble des fonctions mesurables bornées Cb dans lui-même par :

∀f ∈ Cb, ∀x ∈ R, Ptf(x) = E[f(X(t))|X(0) = x] .

L’opérateur Pt est de norme 1, au sens où :

sup {‖Ptf‖∞ ; ‖f‖∞ 6 1} = 1 .

Notons νf l’intégrale de la fonction f par rapport à la mesure ν :

νf =

∫

f dν .

D’après la formule (3.1.3), la distance en variation totale entre la loi de X(t) sachant X(0) = x
et la loi ν s’écrit :

dVT (L(X(t)), ν) = sup {|Ptf(x) − νf | ; ‖f‖∞ 6 1} .

Or, pour s positif, et pour une fonction f mesurable bornée de norme infinie inférieure à 1, la
fonction Psf est aussi de norme infinie inférieure à 1, donc :

|Pt(Psf)(x) − ν(Psf)| 6 dVT (L(X(t)), ν) .
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Comme X est un processus de Markov de loi stationnaire ν, on sait que :

PtPs = Pt+s et ν(Psf) = νf ,

ce qui permet de conclure que :

dVT (L(X(t+ s)), ν) 6 dVT (L(X(t)), ν) .

2

On aura besoin dans la suite de relier la distance en variation totale entre mesures produits
avec la distance entre les coordonnées. Commençons par donner une propriété simple qui nous
sera utile par la suite, avant d’énoncer la propriété plus générale sur la distance en variation
totale entre deux produits tensoriels de mesures.

Proposition 3.1.6 Soit P une loi de probabilité définie sur l’espace (Ω,A), et soient Q1 et Q2

deux lois de probabilité définies sur le même espace (Ω′,A′). Alors :

dVT (P ⊗Q1, P ⊗Q2) = dVT (Q1, Q2) .

Démonstration.
L’espace Ω × Ω′ est muni de la tribu notée A⊗A′ engendrée par les pavés A× A′, où A ∈ A
et A′ ∈ A′. Commençons par montrer que :

dVT (P ⊗Q1, P ⊗Q2) 6 dVT (Q1, Q2) . (3.1.4)

Soit A× A′ un pavé de A⊗A′. Alors :

|P ⊗Q1(A× A′) − P ⊗Q2(A× A′)| = |P (A)||Q1(A
′) −Q2(A

′)|
6 |Q1(A

′) −Q2(A
′)|

6 dVT (Q1, Q2) ,

ce qui montre l’inégalité (3.1.4).
Pour l’inégalité dans l’autre sens, fixons ε > 0. Soit ensuite A′ un élément de A′ tel que :

|Q1(A
′) −Q2(A

′)| = dVT (Q1, Q2) − ε .

On peut alors écrire :

dVT (P ⊗Q1, P ⊗Q2) > |P ⊗Q1(Ω × A′) − P ⊗Q2(Ω × A′)|
= |Q1(A

′) −Q2(A
′)|

= dVT (Q1, Q2) − ε .

Comme cette inégalité est vraie pour tout ε > 0, on en déduit que :

dVT (P ⊗Q1, P ⊗Q2) > dVT (Q1, Q2) ,

ce qui achève la démonstration. 2

Pour relier la distance entre les mesures produits aux distances entre les coordonnées, le mieux
que l’on sache faire est de donner des inégalités, comme le montre la proposition suivante.
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Proposition 3.1.7 Soit n un entier strictement positif. Pout tout entier i compris entre 1 et
n, soient Pi et Qi deux mesures de probabilité définies sur le même espace (Ωi,Ai). Soient P
et Q les probabilités produits suivantes :

P =

n⊗

i=1

Pi et Q =

n⊗

i=1

Qi .

Alors la distance en variation totale entre P et Q est encadrée par :

1 − 2 exp



− 1

2n

(
n∑

i=1

dVT (Pi, Qi)

)2


 6 dVT (P,Q) 6

n∑

i=1

dVT (Pi, Qi) . (3.1.5)

Démonstration.
On démontre successivement les deux inégalités. L’inégalité de droite est une conséquence directe
de la proposition 3.1.6. Prenons n = 2 pour simplifier. Une récurrence immédiate permet ensuite
d’en déduire l’inégalité pour tout n. La première étape consiste à utiliser l’inégalité triangulaire,
et la seconde à appliquer la proposition 3.1.6 :

dVT (P1 ⊗ P2, Q1 ⊗Q2) 6 dVT (P1 ⊗ P2, Q1 ⊗ P2) + dVT (Q1 ⊗ P2, Q1 ⊗Q2)

6 dVT (P1, Q1) + dVT (P2, Q2) .

L’inégalité de gauche repose sur l’inégalité de Hoeffding (cf. [45] p. 58). On utilise ici la for-
mule (3.1.3) de la distance en variation totale. Pour i compris entre 1 et n, soit fi une fonction
mesurable définie sur Ωi et à valeurs dans R, de norme infinie inférieure à 1. Sans perdre de
généralité, on suppose de plus que :

n∑

i=1

∫

Ωi

fi dPi >

n∑

i=1

∫

Ωi

fi dQi .

Soit ensuite A le sous-ensemble mesurable de Ω suivant :

A =

{

(ω1, . . . , ωn) ∈ Ω ;
n∑

i=1

fi(ωi) >
1

2

n∑

i=1

∫

Ωi

fi (dPi + dQi)

}

.

Soit (X1, . . . , Xn) et (Y1, . . . , Yn) deux n-uplets de variables aléatoires indépendantes telles que,
pour tout i compris entre 1 et n, la variable aléatoire Xi suive la loi Pi et la variable aléatoire
Yi suive la loi Qi. On peut alors évaluer P (A) et Q(A) :

P (A) = P

[
n∑

i=1

(fi(Xi) − E(fi(Xi))) > −1

2

n∑

i=1

∫

Ωi

fi (dPi − dQi)

]

,

et

Q(A) = Q

[
n∑

i=1

(fi(Yi) − E(fi(Yi))) >
1

2

n∑

i=1

∫

Ωi

fi (dPi − dQi)

]

.
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Comme les variables aléatoires f1(X1), . . . , fn(Xn) sont indépendantes et prennent leurs valeurs
entre −1 et 1, on peut appliquer l’inégalité de Hoeffding pour minorer P (A) :

P (A) > 1 − exp



− 1

2n

(

1

2

n∑

i=1

∫

Ωi

fi (dPi − dQi)

)2


 .

De même pour les variables f1(Y1), . . . , fn(Yn), on trouve :

Q(A) 6 exp



− 1

2n

(

1

2

n∑

i=1

∫

Ωi

fi (dPi − dQi)

)2


 .

On en déduit donc que :

P (A) −Q(A) > 1 − 2 exp



− 1

2n

(

1

2

n∑

i=1

∫

Ωi

fi (dPi − dQi)

)2


 ,

puis que :

dVT (P,Q) > 1 − 2 exp



− 1

2n

(

1

2

n∑

i=1

∫

Ωi

fi (dPi − dQi)

)2


 .

Enfin, comme cette inégalité est vraie pour tout n-uplet (f1, . . . , fn), on conclut que :

dVT (P,Q) > 1 − 2 exp



− 1

2n

(
n∑

i=1

dVT (Pi, Qi)

)2


 .

2

Pour finir cette partie, nous donnons des calculs de distances en variation totale entre des
lois particulières, dont nous aurons besoin dans les exemples (partie 3.3). Les calculs exacts de
distances en variation totale sont en général impossibles à mener explicitement. Cependant, les
ordres de grandeur figurant dans la proposition 3.1.8 nous suffiront.

Proposition 3.1.8 • Soient θ et θ′ deux réels compris entre 0 et 1. La distance en variation
totale entre la loi de Bernoulli de paramètre θ, notée b(θ), et la loi de Bernoulli de paramètre
θ′, notée b(θ′), est :

dVT (b(θ), b(θ′)) = |θ − θ′| .
• Soit θ un réel strictement positif, et ε un réel strictement compris entre 0 et 1. Quand ε

tend vers 0, la distance en variation totale entre la loi de Poisson de paramètre θ, notée
P(θ), et la loi de Poisson de paramètre θ(1 − ε), notée P(θ(1 − ε)), est :

dVT (P(θ(1 − ε)),P(θ)) =
θ1+bθce−θε

bθc! + o(ε) ,

où bθc désigne la partie entière de θ.
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• Soient θ un réel, et ε un réel strictement compris entre 0 et 1. Quand ε tend vers 0, la
distance en variation totale entre la loi normale N (θε, 1 − ε2) et la loi normale N (0, 1)
est :

dVT

(
N
(
θε, 1 − ε2

)
,N (0, 1)

)
=

|θ|ε√
2π

+ o(ε2) .

Démonstration.
Examinons successivement les trois cas.

• Les deux lois de Bernoulli b(θ) et b(θ′) ont une densité par rapport à la mesure de comptage
sur N, donc par l’égalité (3.1.2) de la définition 3.1.3 de la distance en variation totale
entre deux mesures à densité, nous pouvons écrire :

dVT (b(θ), b(θ′)) =
1

2
(|θ − θ′| + |(1 − θ) − (1 − θ′)|)

= |θ − θ′| .

• Les deux lois de Poisson P(θ) et P(θ(1 − ε)) ont une densité par rapport à la mesure de
comptage sur N, donc par l’égalité (3.1.2) de la définition 3.1.3 de la distance en variation
totale entre deux mesures à densité, nous pouvons écrire :

dVT (P(θ(1 − ε)),P(θ)) =
1

2

+∞∑

k=0

∣
∣
∣
∣
e−θ θ

k

k!
− e−θ(1−ε) θ

k(1 − ε)k

k!

∣
∣
∣
∣

=
1

2

+∞∑

k=0

e−θ θ
k

k!

∣
∣1 − eθε (1 − ε)k

∣
∣ .

À cette étape, faisons un développement limité à l’ordre 1, pour ε proche de 0, de la
fonction à l’intérieur des valeurs absolues. Il faut noter que le reste du développement
limité est majoré par un polynôme en k ; donc, grâce au coefficient 1/k! qui figure devant
la valeur absolue, ce reste est sommable en k. Nous obtenons :

∣
∣1 − eθε (1 − ε)k

∣
∣ = |θ − k|ε+ o(ε) ,

puis :

dVT (P(θ(1 − ε)),P(θ)) =
1

2

+∞∑

k=0

e−θ θ
k

k!
|θ − k|ε+ o(ε)

=
1

2





bθc
∑

k=0

e−θ θ
k

k!
(θ − k)ε+

+∞∑

k=bθc+1

e−θ θ
k

k!
(k − θ)ε



+ o(ε) .
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Examinons la première somme :

bθc
∑

k=0

e−θ θ
k

k!
(θ − k)ε = εe−θ





bθc
∑

k=0

θk+1

k!
−

bθc
∑

k=1

θk

(k − 1)!





= εe−θ



θ



eθ −
+∞∑

k=bθc+1

θk

k!



− θ



eθ −
+∞∑

k=bθc

θk

k!









= εθe−θ θ
bθc

bθc! .

Quant à la deuxième somme, elle vaut :

+∞∑

k=bθc+1

e−θ θ
k

k!
(k − θ)ε = εe−θ





+∞∑

k=bθc+1

θk

(k − 1)!
−

+∞∑

k=bθc+1

θk+1

k!





= εe−θ



θ

+∞∑

k=bθc

θk

k!
− θ

+∞∑

k=bθc+1

θk

k!





= εθe−θ θ
bθc

bθc! .

Donc pour la distance nous obtenons :

dVT (P(θ(1 − ε)),P(θ)) = εe−θ θ
1+bθc

bθc! + o(ε) .

• Partons de l’égalité (3.1.2) de la proposition 3.1.3 où la distance en variation totale s’écrit
comme la moitié de la distance en norme L1 :

dVT (N (θε, 1 − ε2),N (0, 1)) =
1

2

∫

R

∣
∣
∣
∣

1√
2π

e−
x2

2 − 1√
2π

√
1 − ε2

e
− (x−θε)2

2(1−ε2)

∣
∣
∣
∣
dx

=
1

2

∫

R

1√
2π

e−
x2

2

×
∣
∣
∣
∣
1 − 1√

1 − ε2
exp

(
x2

2
− (x− θε)2

2(1 − ε2)

)∣
∣
∣
∣
dx .

Après avoir mis le polynôme argument de l’exponentielle sous sa forme canonique, on arrive
à :

dVT (N (θε, 1 − ε2),N (0, 1)) =
1

2
E

∣
∣
∣
∣
1 − 1√

1 − ε2
exp

(
θ2

2

)

exp

(

−(εZ − θ)2

2 (1 − ε2)

)∣
∣
∣
∣
,

où Z est une variable aléatoire de loi gaussienne standard. En regardant la fonction à
l’intérieur de l’espérance comme une fonction de ε, nous pouvons faire son développement
limité au voisinage de 0 :

∣
∣
∣
∣
1 − 1√

1 − ε2
exp

(
θ2

2

)

exp

(

−(εZ − θ)2

2 (1 − ε2)

)∣
∣
∣
∣
= |θεZ| + ε2R(ε, Z) ,
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où R est une fonction qui tend vers 0 quand ε tend vers 0, et qui est majorée par un
polynôme en Z. En prenant l’espérance, comme tous les moments de la gaussienne sont
finis, nous obtenons :

dVT (N (θε, 1 − ε2),N (0, 1)) =
|θ|ε√
2π

+ o(ε2) .

2

Comme nous l’avons constaté dans la proposition 3.1.8, la distance en variation totale est
en général difficile à calculer exactement, même pour des lois usuelles. Cependant, elle est
comparable à d’autres distances qui sont plus maniables en termes de calculs explicites. C’est
ce que nous étudions dans ce qui suit, en commençant par la distance de Hellinger.

3.1.2 La distance de Hellinger

La distance de Hellinger entre deux mesures de probabilité est, à un coefficient
√

2 près, la
distance L2 entre les racines carrées de leurs densités :

Définition 3.1.9 Soient P et Q deux lois de probabilité sur l’espace (Ω,A), de densités res-
pectives p et q par rapport à une même mesure λ. La distance de Hellinger entre P et Q est
définie de la façon suivante :

dH(P,Q) =

(
1

2

∫

Ω

(
√
p−√

q)2 dλ

) 1
2

.

Remarquons tout de suite qu’en développant le carré dans la formule ci-dessus, nous obte-
nons :

d2
H(P,Q) = 1 −

∫

Ω

√
pq dλ . (3.1.6)

De la définition 3.1.9 découle une formule permettant de calculer la distance de Hellinger
entre deux lois de probabilité dont l’une est absolument continue par rapport à l’autre.

Proposition 3.1.10 Soient P et Q deux lois de probabilité telles que P est absolument continue
par rapport à Q. Notons f la densité de P par rapport à Q. Alors :

d2
H(P,Q) =

1

2

∫

Ω

(√

f − 1
)2

dQ .

Le coefficient 1/2 dans la définition permet d’assurer que la distance de Hellinger entre deux
lois de probabilité est toujours comprise entre 0 et 1, comme le montre la proposition suivante.

Proposition 3.1.11 Soient P et Q deux mesures de probabilité sur l’espace (Ω,A).
• La distance de Hellinger est une distance, et en particulier, dH(P,Q) = 0 si et seulement

si P = Q.
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• Si P et Q sont étrangères (c’est-à-dire à supports disjoints), alors dH(P,Q) = 1.

Calculons la distance de Hellinger sur des exemples de lois usuelles, qui nous seront utiles
dans la partie 3.3.

Proposition 3.1.12 • Soient θ et θ′ deux réels compris entre 0 et 1. La distance de Hellinger
entre la loi de Bernoulli de paramètre θ, notée b(θ), et la loi de Bernoulli de paramètre θ ′,
notée b(θ′), est :

d2
H(b(θ), b(θ′)) = 1 −

√

(1 − θ)(1 − θ′) −
√
θθ′ .

• Soit θ et θ′ deux réels strictement positifs. La distance de Hellinger entre la loi de Poisson
de paramètre θ, notée P(θ), et la loi de Poisson de paramètre θ ′, notée P(θ′), vaut :

d2
H (P(θ),P(θ′)) = 1 − e−

θ+θ′

2 e
√

θθ′ .

• Soit N (m1, v
2
1) la loi normale de moyenne m1 et de variance v2

1, et N (m2, v
2
2) la loi

normale de moyenne m2 et de variance v2
2. Alors la distance de Hellinger entre ces deux

distributions est donnée par :

d2
H(N (m1, v

2
1),N (m2, v

2
2)) = 1 −

√

2v1v2

v2
1 + v2

2

exp

(

−(m1 −m2)
2

4(v2
1 + v2

2)

)

.

Démonstration.
Examinons sucessivement les trois cas. Nous partons toujours de la formule (3.1.6) de la distance
de Hellinger.

• Les lois de Bernoulli sont absolument continues par rapport à la mesure de comptage sur
N, donc la formule (3.1.6) donne directement :

d2
H(b(θ), b(θ′)) = 1 −

√

(1 − θ)(1 − θ′) −
√
θθ′ .

• Les lois de Poisson sont absolument continues par rapport à la mesure de comptage sur
N, donc la formule (3.1.6) donne :

d2
H (P(θ),P(θ′)) = 1 −

+∞∑

k=0

√

e−(θ+θ′)
(θθ′)k

(k!)2

= 1 − e−
θ+θ′

2 e
√

θθ′ .

• Les lois normales sont absolument continues par rapport à la mesure de Lebesgue sur R,
donc la formule (3.1.6) donne :

d2
H(N (m1, v

2
1),N (m2, v

2
2)) = 1 −

∫

R

√

1

2πv1v2

exp

(

−(x−m1)2

2v2
1

− (x−m2)2

2v2
2

)

dx

= 1 − 1√
2πv1v2

∫

R

exp

(

−(x−m1)
2

4v2
1

− (x−m2)
2

4v2
2

)

dx .
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Mettons alors l’argument de l’exponentielle sous sa forme canonique. Après calculs, on
trouve :

−(x−m1)
2

4v2
1

− (x−m2)
2

4v2
2

= −1

4

(
1

v2
1

+
1

v2
2

)(

x− m1v
2
2 +m2v

2
1

v2
1 + v2

2

)2

− (m1 −m2)
2

4(v2
1 + v2

2)
.

Ainsi pour la distance, on obtient :

d2
H(N (m1, v

2
1),N (m2, v

2
2)) = 1 − 1√

2πv1v2

exp

(

−(m1 −m2)
2

4(v2
1 + v2

2)

)

×
∫

R

exp

(

−1

4

(
1

v2
1

+
1

v2
2

)(

x− m1v
2
2 +m2v

2
1

v2
1 + v2

2

)2
)

dx

= 1 − 1√
v1v2

exp

(

−(m1 −m2)
2

4(v2
1 + v2

2)

) (
1

2v2
1

+
1

2v2
2

)− 1
2

= 1 −
√

2v1v2

v2
1 + v2

2

exp

(

−(m1 −m2)
2

4(v2
1 + v2

2)

)

.

2

L’inégalité suivante est classique ([47] p. 61) et permet d’encadrer la distance en variation
totale par la distance de Hellinger :

Proposition 3.1.13 Soient P et Q deux mesures de probabilité sur l’espace (Ω,A).

d2
H(P,Q) 6 dVT (P,Q) 6 dH(P,Q)

√

2 − d2
H(P,Q) .

Une conséquence immédiate de la proposition 3.1.13 qui se trouve fréquemment dans la
littérature est l’inégalité :

d2
H(P,Q) 6 dVT (P,Q) 6

√
2 dH(P,Q) . (3.1.7)

Démonstration.
Montrons successivement les deux inégalités. Soit λ une mesure qui domine les deux mesures P
et Q. Pour l’inégalité de gauche, il suffit de remarquer que :

∀x, y ∈ R
+,
(√

x−√
y
)2

6 |x− y| ,

pour obtenir :
1

2

∫

Ω

(
√
p−√

q)2 dλ 6
1

2

∫

Ω

|p− q| dλ ,

c’est-à-dire :

d2
H(P,Q) 6 dVT (P,Q) .
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Pour l’inégalité de droite, on utilise l’inégalité de Cauchy-Schwarz :

d2
VT (P,Q) =

1

4

(∫

Ω

|√p−√
q| |√p+

√
q| dλ

)2

6
1

4

(∫

Ω

(
√
p−√

q)2 dλ

)(∫

Ω

(
√
p+

√
q)2 dλ

)

.

Or la formule (3.1.6) de la distance de Hellinger donne :

d2
H(P,Q) = 1 −

∫

Ω

√
pq dλ ,

et donc : ∫

Ω

(
√
p+

√
q)2 dλ = 4 − 2 d2

H(P,Q) .

D’où :
d2

VT (P,Q) 6 d2
H(P,Q)

(
2 − d2

H(P,Q)
)
.

2

Pour terminer on peut déterminer la distance de Hellinger entre deux mesures produits en
fonction de la distance entre les marginales.

Proposition 3.1.14 Soit n un entier strictement positif. Pout tout entier i compris entre 1 et
n, soient Pi et Qi deux mesures définies sur le même espace (Ωi,Ai). Soient P et Q les mesures
produits suivantes :

P =

n⊗

i=1

Pi et Q =

n⊗

i=1

Qi .

Alors la distance de Hellinger entre P et Q est donnée par :

d2
H(P,Q) = 1 −

n∏

i=1

(
1 − d2

H(Pi, Qi)
)

6

n∑

i=1

d2
H(Pi, Qi) .

Démonstration.
Pour tout i compris entre 1 et n, soit λi une mesure qui domine Pi et Qi. Soient pi et qi les
densités respectives de Pi et Qi par rapport à λi. Soit λ la mesure produit des λi :

λ =

n⊗

i=1

λi .

La densité p de P par rapport à λ est alors donnée, en (x1, . . . , xn), par :

p(x1, . . . , xn) =

n∏

i=1

pi(xi) ,
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et de même la densité q de Q par rapport à λ est donnée, en (x1, . . . , xn), par :

q(x1, . . . , xn) =

n∏

i=1

qi(xi) .

On écrit ensuite la distance de Hellinger entre P et Q (formule (3.1.6)) :

d2
H(P,Q) = 1 −

∫

Ω1×...×Ωn

√
pq dλ

= 1 −
∫

Ω1×...×Ωn

(
n∏

i=1

pi(xi)qi(xi)

) 1
2

dλ(x1, . . . , xn) .

En appliquant le théorème de Fubini, on obtient :

d2
H(P,Q) = 1 −

n∏

i=1

(∫

Ωi

√
piqi dλi

)

,

ce qui conduit à :

d2
H(P,Q) = 1 −

n∏

i=1

(
1 − d2

H(Pi, Qi)
)
.

Pour montrer la deuxième inégalité, on utilise l’inégalité classique suivante, valable pour des
réels x1, . . . , xn positifs et inférieurs à 1 :

n∏

i=1

(1 − xi) > 1 −
n∑

i=1

xi .

2

Appliquons cette proposition au cas particulier de deux n-échantillons de lois normales. Un
calcul direct basé sur le résultat obtenu dans la proposition 3.1.12 conduit alors à la proposition
suivante.

Proposition 3.1.15 Soit N (m1, v
2
1)

⊗n la loi d’un n-échantillon de lois normales de moyenne
m1 et de variance v2

1, et soit N (m2, v
2
2)

⊗n la loi d’un n-échantillon de lois normales de moyenne
m2 et de variance v2

2. Alors :

d2
H(N (m1, v

2
1)

⊗n,N (m2, v
2
2)

⊗n) = 1 −
(

2v1v2

v2
1 + v2

2

)n
2

exp

(

−n(m1 −m2)
2

4(v2
1 + v2

2)

)

.

Pour mesurer les écarts entre lois de probabilité, nous utiliserons aussi deux autres notions
classiques en statistique et théorie de l’information : la distance du χ2 et la distance de Kull-
back. Ce ne sont pas des distances au sens topologique du terme, puisqu’elles ne vérifient pas
la propriété de symétrie, et aussi peuvent prendre +∞ pour valeur, mais elles se comparent
cependant aux distances en variation totale et de Hellinger.
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3.1.3 La distance du χ2

La distance du χ2 trouve son origine en statistiques. Elle est définie de la façon suivante.

Définition 3.1.16 Soient P et Q deux lois de probabilité sur l’espace (Ω,A) telles que P soit
absolument continue par rapport à Q. Soit f la densité de P par rapport à Q. La distance du
χ2 entre P et Q est alors définie par :

dχ2(P,Q) =

(∫

Ω

(f − 1)2 dQ

) 1
2

.

Il faut noter que la racine carrée n’est pas présente chez tous les auteurs. Nous avons choisi
de la mettre dans un souci d’homogénéité avec les autres distances considérées.

Remarquons aussi que si P et Q ont des densités respectives p et q par rapport à une même
mesure λ, alors la distance du χ2 devient :

d2
χ2(P,Q) =

∫

Ω

(
p

q
− 1

)2

q dλ ,

ce qui, en développant, se simplifie en :

d2
χ2(P,Q) =

∫

Ω

p2

q
dλ− 1 . (3.1.8)

Calculons la distance du χ2 entre deux lois de Bernoulli, de Poisson puis normales. Ces
résultats nous seront utiles dans la partie 3.3.

Proposition 3.1.17 • Soient θ et θ′ deux réels strictement compris entre 0 et 1. La distance
du χ2 entre la loi de Bernoulli de paramètre θ, notée b(θ), et la loi de Bernoulli de paramètre
θ′, notée b(θ′), est :

d2
χ2(b(θ), b(θ′)) =

(θ − θ′)2

θ′(1 − θ′)
.

• Soit θ et θ′ deux réels strictement positifs. La distance du χ2 entre la loi de Poisson de
paramètre θ, notée P(θ), et la loi de Poisson de paramètre θ ′, notée P(θ′), vaut :

d2
χ2(P(θ),P(θ′)) = exp

(

θ′ − 2θ +
θ2

θ′

)

− 1 .

• Soit N (m1, v
2
1) la loi normale de moyenne m1 et de variance v2

1, et N (m2, v
2
2) la loi

normale de moyenne m2 et de variance v2
2. La distance du χ2 entre ces deux distributions

est donnée par :

d2
χ2(N (m1, v

2
1),N (m2, v

2
2)) =







v2
2

v1

√

2v2
2 − v2

1

exp

(
(m1 −m2)

2

2v2
2 − v2

1

)

− 1 si 2v2
2 − v2

1 > 0 ,

+∞ sinon.
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Démonstration.
Examinons successivement les trois cas. Nous partons toujours de la formule (3.1.8) de la
distance du χ2.

• Les lois de Bernoulli sont absolument continues par rapport à la mesure de comptage sur
N, donc la formule (3.1.8) donne :

d2
χ2(b(θ), b(θ′)) =

θ2

θ′
+

(1 − θ)2

1 − θ′
− 1

=
(θ − θ′)2

θ′(1 − θ′)
.

• Les lois de Poisson sont absolument continues par rapport à la mesure de comptage sur
N, donc la formule (3.1.8) donne :

d2
χ2(P(θ),P(θ′)) =

+∞∑

k=0

(
e−θθk

k!

)2(
e−θ′θ′k

k!

)−1

− 1

= exp

(

θ′ − 2θ +
θ2

θ′

)

− 1 .

• Les lois normales sont absolument continues par rapport à la mesure de Lebesgue sur R,
donc la formule (3.1.8) donne :

d2
χ2(N (m1, v

2
1),N (m2, v

2
2)) =

∫

R

v2

v2
1

√
2π

exp

(

−(x−m1)
2

v2
1

+
(x−m2)

2

2v2
2

)

dx− 1 .

Mettons l’argument de l’exponentielle sous sa forme canonique. Après calculs, on obtient :

−(x−m1)
2

v2
1

+
(x−m2)

2

2v2
2

=

(

− 1

v2
1

+
1

2v2
2

)(

x− 2m1v
2
2 −m2v

2
1

2v2
2 − v2

1

)2

+
(m1 −m2)

2

2v2
2 − v2

1

.

Ici on voit apparâıtre la condition qui lie v1 et v2 ; en effet la fonction suivante :

x 7→ exp

((

− 1

v2
1

+
1

2v2
2

)(

x− 2m1v
2
2 −m2v

2
1

2v2
2 − v2

1

)2
)

est intégrable sur R si et seulement si :

− 1

v2
1

+
1

2v2
2

< 0 ,

ce qui équivaut à :
2v2

2 − v2
1 > 0 .

Sous cette condition, on obtient alors :

d2
χ2(N (m1, v

2
1),N (m2, v

2
2)) =

v2

v2
1

exp

(
(m1 −m2)

2

2v2
2 − v2

1

) (
2

v2
1

− 1

v2
2

)− 1
2

− 1

=
v2
2

v1

√

2v2
2 − v2

1

exp

(
(m1 −m2)

2

2v2
2 − v2

1

)

− 1 .
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2

Intéressons-nous maintenant aux relations existant entre la distance du χ2 et les distances
précédemment étudiées.

Proposition 3.1.18 Soit P et Q deux lois de probabilité telles que P soit absolument continue
par rapport à Q. Alors :

1. dVT (P,Q) 6
1

2
dχ2(P,Q) .

2. dH(P,Q) 6
1√
2
dχ2(P,Q) .

Démonstration.
Soit f la densité de P par rapport à Q. La première assertion est une application de l’inégalité
de Cauchy-Schwarz. D’après le corollaire 3.1.4, la distance en variation totale est donnée par :

dVT (P,Q) =
1

2

∫

Ω

|f − 1| dQ .

Comme Q est une probabilité, l’inégalité de Cauchy-Schwarz donne :

dVT (P,Q) 6
1

2

(∫

Ω

(f − 1)2 dQ

) 1
2

=
1

2
dχ2(P,Q) .

Pour la deuxième assertion, on utilise la proposition 3.1.10 pour écrire :

d2
H(P,Q) =

1

2

∫

Ω

(√

f − 1
)2

dQ .

Or la fonction (1 +
√
f)2 est supérieure à 1, ce qui donne :

d2
H(P,Q) 6

1

2

∫

Ω

([√

f − 1
] [

1 +
√

f
])2

dQ

=
1

2
d2

χ2(µ, ν) .

2

Un des avantages de la distance du χ2 est qu’elle se comporte bien vis-à-vis des mesures pro-
duits, dans le sens où la distance du χ2 entre deux mesures produits peut s’exprimer simplement
en fonction des distances du χ2 entre les marginales.

Proposition 3.1.19 Soit n un entier strictement positif. Pout tout entier i compris entre 1 et
n, soient Pi et Qi deux lois de probabilité définies sur le même espace (Ωi,Ai), telles que Pi

soit absolument continue par rapport à Qi. Soient P et Q les mesures produits suivantes :

P =

n⊗

i=1

Pi et Q =

n⊗

i=1

Qi .
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Alors la distance du χ2 entre P et Q est donnée par :

d2
χ2(P,Q) =

n∏

i=1

(
1 + d2

χ2(Pi, Qi)
)
− 1 >

n∑

i=1

d2
χ2(Pi, Qi) .

Démonstration.
Si on note fi la densité de Pi par rapport à Qi, la distance du χ2 entre Pi et Qi s’écrit, d’après
la définition 3.1.16 :

dχ2(Pi, Qi) =

∫

Ωi

f 2
i dQi − 1 .

De plus la probabilité P a une densité f par rapport à Q, qui s’écrit, en tout point (x1, . . . , xn)
de Ω1 × . . .× Ωn :

f(x1, . . . , xn) =

n∏

i=1

fi(xi) .

Ainsi on peut écrire la distance du χ2 entre P et Q sous la forme :

d2
χ2(P,Q) =

∫

Ω1×...×Ωn

f 2 dQ− 1

=

n∏

i=1

(∫

Ωi

f 2
i dQi

)

− 1

=
n∏

i=1

(
1 + d2

χ2(Pi, Qi)
)
− 1 .

Pour finir il faut voir que, en développant le produit, on obtient :
n∏

i=1

(
1 + d2

χ2(Pi, Qi)
)

= 1 +
n∑

i=1

d2
χ2(Pi, Qi) + terme positif ,

donc on a la minoration annoncée. 2

Terminons cette section avec la description d’une dernière distance entre mesures, qui a le
comportement le plus simple vis-à-vis des mesures produits : la distance de Kullback.

3.1.4 La distance de Kullback

La distance de Kullback est liée à la notion générale d’entropie utilisée en théorie de l’infor-
mation (cf. [16]). Elle porte aussi le nom d’entropie relative. On pourra lire dans [3] ou [56] la
définition et les premières propriétés qui sont rappelées ci-dessous. Commençons par la définition.

Définition 3.1.20 Soient P et Q deux mesures de probabilité sur l’espace (Ω,A) telles que P
soit absolument continue par rapport à Q. Soit f la densité de P par rapport à Q. La distance
de Kullback entre P et Q est alors définie par :

dK(P,Q) =

(∫

Ω

f log(f) dQ

) 1
2

.
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L’inégalité de Jensen permet d’assurer que l’intégrale de f log(f) est positive, ce qui nous
autorise de plus à prendre pour définition la racine carrée de cette intégrale. Elle n’intervient
pas dans la définition usuelle, mais figure pour nous par souci d’homogénéité avec les autres
distances.

Remarquons que si P et Q ont pour densités respectives p et q par rapport à une même
mesure λ, la distance de Kullback s’écrit alors :

d2
K(P,Q) =

∫

Ω

p

q
log

(
p

q

)

q dλ

=

∫

Ω

p log

(
p

q

)

dλ . (3.1.9)

Calculons la distance de Kullback entre deux lois de Bernoulli, de Poisson, puis normales. Ces
résultats nous seront utiles dans la partie 3.3.

Proposition 3.1.21 • Soient θ et θ′ deux réels strictement compris entre 0 et 1. La distance
de Kullback entre la loi de Bernoulli de paramètre θ, notée b(θ), et la loi de Bernoulli de
paramètre θ′, notée b(θ′), est :

d2
K(b(θ), b(θ′)) = θ log

(
θ

θ′

)

+ (1 − θ) log

(
1 − θ

1 − θ′

)

.

• Soit θ et θ′ deux réels strictement positifs. La distance de Kullback entre la loi de Poisson
de paramètre θ, notée P(θ), et la loi de Poisson de paramètre θ ′, notée P(θ′), vaut :

d2
K(P(θ),P(θ′)) = θ′ − θ + θ log

(
θ

θ′

)

.

• Soit N (m1, v
2
1) la loi normale de moyenne m1 et de variance v2

1, et N (m2, v
2
2) la loi normale

de moyenne m2 et de variance v2
2. Alors la distance de Kullback entre ces deux lois est

donnée par :

d2
K(N (m1, v

2
1),N (m2, v

2
2)) = log

(
v2

v1

)

− 1

2
+

v2
1

2v2
2

+
(m1 −m2)

2

2v2
2

.

Démonstration.
Examinons successivement les trois cas. Nous partons toujours de la formule (3.1.9) de la
distance de Kullback.

• Les lois de Bernoulli sont absolument continues par rapport à la mesure de comptage sur
N, donc la formule (3.1.9) donne directement le résultat.
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• Les lois de Poisson sont absolument continues par rapport à la mesure de comptage sur
N, donc la formule (3.1.9) donne :

d2
K(P(θ),P(θ′)) =

+∞∑

k=0

(

e−θ θ
k

k!

)

log

(
e−θθk

e−θ′θ′k

)

=
+∞∑

k=0

(

e−θ θ
k

k!

)(

−θ + θ′ + k log

(
θ

θ′

))

= −θ + θ′ + θ log

(
θ

θ′

)

.

• Partons de la distance de Kullback sous la forme de l’égalité (3.1.9) ci-dessus :

d2
K(N (m1, v

2
1),N (m2, v

2
2)) =

∫

R

1

v1

√
2π

exp

(

−(x−m1)
2

2v2
1

)

× log

[
v2

v1

exp

(

−(x−m1)
2

2v2
1

+
(x−m2)

2

2v2
2

)]

dx

=

∫

R

1

v1

√
2π

exp

(

−(x−m1)
2

2v2
1

)

×
[

log

(
v2

v1

)

− (x−m1)
2

2v2
1

+
(x−m2)

2

2v2
2

]

dx

= log

(
v2

v1

)

−
∫

R

1

2v3
1

√
2π

(x−m1)
2 exp

(

−(x−m1)
2

2v2
1

)

dx

+

∫

R

1

2v1v
2
2

√
2π

(x−m2)
2 exp

(

−(x−m1)
2

2v2
1

)

dx .

Les deux intégrales se calculent facilement, car elles s’écrivent comme variances de gaus-
siennes ; si Z est une variable aléatoire de loi normale N (m1, v

2
1), on a :

∫

R

1

2v3
1

√
2π

(x−m1)
2 exp

(

−(x−m1)
2

2v2
1

)

dx =
V ar(Z)

2v2
1

=
1

2
,

et :

∫

R

1

2v1v
2
2

√
2π

(x−m2)
2 exp

(

−(x−m1)
2

2v2
1

)

dx =
E ((Z −m2)

2)

2v2
2

=
V ar(Z) + (m1 −m2)

2

2v2
2

=
v2
1

2v2
2

+
(m1 −m2)

2

2v2
2

.
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On en conclut donc que la distance vaut :

d2
K(N (m1, v

2
1),N (m2, v

2
2)) = log

(
v2

v1

)

− 1

2
+

v2
1

2v2
2

+
(m1 −m2)

2

2v2
2

.

2

Examinons les relations entre la distance de Kullback et les distances précédemment étudiées.

Proposition 3.1.22 Soit P et Q deux lois de probabilité telles que P soit absolument continue
par rapport à Q. Alors :

1. dVT (P,Q) 6
1√
2
dK(P,Q) .

2. dH(P,Q) 6
√

2 dK(P,Q) .

3. d2
K(P,Q) 6 log

(
1 + d2

χ2(P,Q)
)

6 d2
χ2(P,Q) .

La première inégalité est due à S. Kullback [36]. La preuve que nous donnons utilise un lemme
technique qui est proposé par D. Pollard en exercice dans [47] p. 74.

Lemme 3.1.23 Pour tout x > −1, on définit la fonction ϕ par :

ϕ(x) =

{
(x + 1) log(x + 1) − x si x > −1 ,
1 si x = −1 .

On a alors l’inégalité suivante :

∀x > −1, ϕ(x) >
x2

2
(
1 + x

3

) . (3.1.10)

Démonstration.
Commençons par remarquer que l’inégalité est satisfaite par x = −1. Ensuite, la fonction ϕ est
de classe C2 sur l’intervalle ] − 1 ; +∞[, et on peut écrire :

ϕ(x) = x2

∫ 1

s=0

∫ s

t=0

ϕ′′(xt) dt ds .

De plus, on a :

∀x > −1, ϕ′′(x) =
1

1 + x
,

donc on obtient :

∀x > −1, ϕ(x) = x2

∫ 1

s=0

∫ s

t=0

1

1 + xt
dt ds .

Étudions séparément deux cas, selon le signe de x.
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• Pour x positif, on découpe l’intégrale en deux morceaux :

ϕ(x) = x2








∫ 1
3

s=0

. . .

︸ ︷︷ ︸

A

+

∫ 1

s= 1
3

. . .

︸ ︷︷ ︸

B








.

Dans le morceau A, on intervertit les deux intégrales :

A =

∫ 1
3

t=0

∫ 1

s=t

1

1 + xt
ds dt

=

∫ 1
3

t=0

1 − t

1 + xt
dt .

Or t est positif, et inférieur ou égal à 1/3, donc on peut minorer la fonction à intégrer :

1 − t

1 + xt
>

1 − t

1 + x
3

.

On obtient donc :

A >
1

1 + x
3

∫ 1
3

0

(1 − t) dt ,

c’est-à-dire :

A >
5

18
× 1

1 + x
3

.

Dans le morceau B, on intervertit aussi les deux intégrales, mais le domaine est trapézöıdal,
ce qui conduit à une somme de deux termes :

B =

∫ 1
3

t=0

∫ 1

s= 1
3

1

1 + xt
ds dt+

∫ 1

t= 1
3

∫ 1

s=t

1

1 + xt
ds dt .

La quantité B peut alors être minorée par le premier terme :

B >
2

3

∫ 1
3

t=0

1

1 + xt
dt

>
2

9
× 1

1 + x
3

,

en utilisant encore le fait que t est inférieur à 1/3. Ainsi, en sommant A et B, on arrive à
montrer que :

ϕ(x) > x2

(
5

18
+

2

9

)
1

1 + x
3

=
1

2
× x2

1 + x
3

.
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• Pour x négatif, on développe la fonction à intégrer en série entière :

1

1 + xt
=

+∞∑

k=0

(−x)ktk ,

ce qui est légitime puisque −x ∈ [0 ; 1[ et t ∈ [0 ; 1]. Ensuite on intervertit la sommation
et la double intégration ; on obtient :

ϕ(x) = x2
+∞∑

k=0

(−x)k

(k + 1)(k + 2)
.

Pour finir, on démontre par récurrence que, pour tout k positif :

1

(k + 1)(k + 2)
>

1

2.3k
,

et donc pour ϕ(x), on obtient :

ϕ(x) > x2

+∞∑

k=0

(−x)k

2.3k

=
1

2
× x2

1 + x
3

,

ce qui achève la démonstration.
2

Démontrons maintenant la proposition 3.1.22 qui donne les inégalités entre les distances.

Démonstration.
Nous regardons successivement les quatre inégalités, en notant f la densité de P par rapport à
Q.

1. Soit g la fonction qui à x associe f(x) − 1. Comme f est une densité, on a :

∫

Ω

g dQ = 0 .

Donc la distance de Kullback au carré entre P et Q s’écrit :

d2
K(P,Q) =

∫

Ω

[(g + 1) log(g + 1) − g] dQ .

En utilisant le lemme précédent (lemme 3.1.23), on minore d2
K(P,Q) :

d2
K(P,Q) >

1

2

∫

Ω

g2

1 + g
3

dQ .
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Multipliant le terme de droite par 1 qui est aussi
∫

Ω
(1 + g/3) dQ, et utilisant l’inégalité

de Cauchy-Schwarz, on obtient :

d2
K(P,Q) >

1

2

(
∫

Ω

|g|
√

1 + g
3

√

1 +
g

3
dQ

)2

=
1

2

(∫

Ω

|g| dQ
)2

= 2 d2
VT (P,Q) ,

ce qui donne la première inégalité.

2. Soit h la fonction qui à x associe
√

f(x) − 1. Par la formule de la distance de Hellinger
établie dans la proposition 3.1.10, on a :

d2
H(P,Q) =

1

2

∫

Ω

h2 dQ .

D’autre part, on sait que l’intégrale
∫

Ω
f dQ vaut 1. De plus, on peut écrire :

∫

Ω

f dQ =

∫

Ω

(1 + h)2 dQ

= 1 + 2

∫

Ω

h dQ+

∫

Ω

h2 dQ ,

ce qui montre que :
∫

Ω

h dQ = −1

2

∫

Ω

h2 dQ

= −d2
H(P,Q) .

On écrit alors la distance de Kullback entre P et Q :

d2
K(P,Q) =

∫

Ω

f log(f) dQ

= 2

∫

Ω

(h + 1)2 log(h + 1) dQ .

On minore cette quantité grâce à l’inégalité classique suivante : pour tout x strictement
supérieur à −1,

log(x + 1) >
x

x + 1
.

Ainsi on obtient :

d2
K(P,Q) > 2

∫

Ω

h(h+ 1) dQ

= 2

∫

Ω

h2 dQ+ 2

∫

Ω

h dQ

= 2 d2
H(P,Q) ,

ce qui montre l’inégalité.
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3. La fonction log est concave, donc l’inégalité de Jensen appliquée avec la mesure de pro-
babilité fdQ donne :

d2
K(P,Q) =

∫

Ω

log(f) fdQ

6 log

(∫

Ω

f 2 dQ

)

.

Or en développant la formule de définition de la distance du χ2, on a :

d2
χ2(P,Q) =

∫

Ω

f 2 dQ− 2

∫

Ω

f dQ+ 1 =

∫

Ω

f 2 dQ− 1 ,

d’où :

d2
K(P,Q) 6 log

(
1 + d2

χ2(P,Q)
)
.

La seconde inégalité s’obtient en utilisant l’inégalité classique suivante : pour tout x
strictement supérieur à −1,

log(1 + x) 6 x .

2

Finissons cette partie avec la propriété qui nous sera la plus utile par la suite, et qui constitue
l’un des principaux intérêts de la distance de Kullback : son comportement vis-à-vis des lois
produits.

Proposition 3.1.24 Soit n un entier strictement positif. Pout tout entier i compris entre 1
et n, soient Pi et Qi deux probabilités définies sur le même espace (Ωi,Ai), telles que Pi soit
absolument continue par rapport à Qi. Soient P et Q les mesures produits suivantes :

P =
n⊗

i=1

Pi et Q =
n⊗

i=1

Qi .

Alors la distance de Kullback entre P et Q est donnée par :

d2
K(P,Q) =

n∑

i=1

d2
K(Pi, Qi) .

Démonstration.
Pour tout i compris entre 1 et n, on note fi la densité de Pi par rapport à Qi. La densité f de
P par rapport à Q est alors donnée, en (x1, . . . , xn), par :

f(x1, . . . , xn) =

n∏

i=1

fi(xi) .



66 Chapitre 3

La distance de Kullback entre P et Q s’écrit alors :

d2
K(P,Q) =

∫

Ω1×...×Ωn

(
n∏

i=1

fi

)

log

(
n∏

i=1

fi

)

dQ1 . . . dQn

=
n∑

i=1

∫

Ω1×...×Ωn

(
n∏

j=1

fj

)

log(fi) dQ1 . . . dQn

=

n∑

i=1








∏

j 6=i

∫

Ωj

fj dQj

︸ ︷︷ ︸

=1








(∫

Ωi

fi log(fi) dQi

)

=

n∑

i=1

d2
K(Pi, Qi) .

2

3.2 Cas général des processus de Markov exponentielle-

ment convergents

Dans cette partie nous allons montrer qu’un n-échantillon de processus de Markov présente
un phénomène de cutoff dès que le processus qu’on a échantillonné converge à vitesse exponen-
tielle vers sa mesure stationnaire.

Commençons par définir ce que l’on entend par processus exponentiellement convergent.
Pour cela on a besoin d’une distance entre lois de probabilité, que l’on note d et qui peut
être n’importe laquelle des distances considérées dans la partie précédente. De plus, pour un
processus stochastique X, on note L(X(t)) la loi de X à l’instant t. Désormais, on suppose
que le processus X admet une loi stationnaire ν, et que la loi de X à l’instant t est absolument
continue par rapport à la loi ν. Ceci assure que toutes les distances considérées (variation totale,
Hellinger, χ2 et Kullback) entre la loi de X à l’instant t et ν sont bien définies.

Définition 3.2.1 Soit X = {X(t); t > 0} un processus stochastique, et soit ν une loi de
probabilité. Soit ρ un réel strictement positif. On dit que le processus X converge vers ν à
vitesse exponentielle de taux ρ au sens de la distance d s’il existe deux constantes strictement
positives k et k′ telles que, pour tout t positif :

k e−ρt
6 d(L(X(t)), ν) 6 k′ e−ρt . (3.2.11)

Les différentes inégalités obtenues dans la partie précédente entre les distances (proposi-
tions 3.1.13, 3.1.18 et 3.1.22) permettent d’établir des implications entre les convergences
exponentielles d’un processus au sens de différentes distances. En général, ce ne sont pas des
équivalences. Cependant, les deux cas de la distance en variation totale et de la distance du
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χ2 ont été largement étudiés dans la littérature, dans le cas des processus de Markov. Les
définitions classiques de convergence exponentielle ne correspondent pas à la définition 3.2.1
ci-dessus. Rappelons brièvement les définitions usuelles, avant de les comparer avec la nôtre. Ce
sont les définitions d’ergodicité exponentielle et d’ergodicité exponentielle dans L2 que l’on peut
lire dans le livre de M.F. Chen [14], au chapitre 4 p. 144-145 pour l’ergodicité exponentielle, et
au chapitre 9 p. 311 pour l’ergodicité exponentielle dans L2.

Définition 3.2.2 Soit X = {X(t); t > 0} un processus stochastique, et soit ν une loi de
probabilité. On dit que le processus X est exponentiellement ergodique s’il existe deux constantes
k et ρ strictement positives telles que, pour tout t positif :

dVT (L(X(t)), ν) 6 k e−ρt .

Il existe beaucoup de caractérisations équivalentes de cette notion ; on peut citer l’article de
G.O. Roberts et J.S. Rosenthal [52] par exemple où ces différentes caractérisations sont résumées.

La définition suivante est relative à L2(ν), espace des fonctions de carré intégrable par rapport
à la mesure ν. Nous notons ‖.‖L2(ν) sa norme usuelle :

‖f‖L2(ν) =

(∫

E

f 2 dν

) 1
2

.

Par ailleurs, nous adoptons les notations standard en ce qui concerne le semi-groupe de transition
d’un processus de Markov, que nous avons déjà introduites dans la partie 3.1.1 concernant la
distance en variation totale, à la proposition 3.1.5. Plus précisément, si X est un processus de
Markov de semi-groupe de transition P , nous savons que, pour tout t positif, Pt est un opérateur
défini de l’ensemble des fonctions mesurables bornées Cb dans lui-même de la façon suivante :

∀f ∈ Cb, ∀x ∈ R, Ptf(x) = E[f(X(t))|X(0) = x] .

Ainsi défini, l’opérateur Pt est de norme 1, au sens où :

sup {‖Ptf‖∞ ; ‖f‖∞ 6 1} = 1 .

Grâce à l’invariance de ν, on peut définir la norme dans L2(ν) de Ptf pour des fonctions f
appartenant à L∞(ν) ∩ L2(ν), puis l’étendre aux fonctions de L2(ν).
Si f est une fonction de L2(ν) définie sur E, nous notons aussi νf l’intégrale de la fonction f
par rapport à la mesure ν :

νf =

∫

E

f dν .

Définition 3.2.3 Soit X un processus de Markov à valeurs dans l’espace E, dont on note P
le semi-groupe de transition. On dit que le processus X est exponentiellement ergodique dans
L2(ν) s’il existe une constante ρ strictement positive telle que, pour toute fonction f de L2(ν)
et pour tout t positif :

‖Ptf − νf‖L2(ν) 6 k(f) e−ρt ,

où k(f) est une constante strictement positive qui dépend de f .
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Précisons maintenant le lien entre l’ergodicité exponentielle dans L2(ν) définie ci-dessus et
la convergence exponentielle au sens de la distance du χ2.

Avec les notations standard toujours, nous notons νPt la loi de X(t) si X(0) suit la loi ν (ce
que nous rappelons en mettant ν en indice de P ) :

∀t > 0, ∀A ∈ A, νPt(A) = Pν (X(t) ∈ A) .

Supposons alors que la mesure ν soit réversible sous l’action du semi-groupe P , ce qui signifie
que :

∀t > 0, Pt(x, dy) ν(dx) = Pt(y, dx) ν(dy) .

Alors si l’on note µ la loi de X(0), et f la densité de µ par rapport à ν, alors on obtient, pour
tout t positif :

dχ2(L(X(t)), ν) = ‖Ptf − νf‖L2(ν) . (3.2.12)

La comparaison entre l’ergodicité exponentielle et l’ergodicité exponentielle dans L2(ν) a été
étudiée par de nombreux auteurs, dont G.O. Roberts et J.S. Rosenthal [52], et G.O. Roberts
et R.L. Tweedie [54]. Dans le théorème 2.1 de [52], et dans le théorème 2 de [54], les auteurs
démontrent que les deux notions sont équivalentes pour une châıne de Markov ergodique, si la
mesure ν est réversible et si l’espace d’états est muni d’une tribu engendrée par un ensemble
dénombrable de parties. Dans l’article [15], M.F. Chen étend ce résultat aux châınes de Mar-
kov à temps continu. Dans le cas où l’espace d’états est dénombrable, il remplace la condition
de réversibilité par une condition plus faible. Tous ces auteurs s’accordent sur le fait que la
réversibilité est une condition essentiellement technique.

Maintenant nous considérons un n-échantillon X (n) de processus, c’est-à-dire un n-uplet
(X1, . . . , Xn) de processus qui sont des copies indépendantes du processus X de départ :

X(n) = (X1, . . . , Xn) .

Nous avons supposé que le processus X avait pour loi stationnaire ν, ce qui implique que
le n-échantillon X (n) a lui aussi une loi stationnaire, qui est la mesure ν tensorisée par elle-
même n fois, que l’on note ν⊗n. Le théorème 3.2.4 ci-dessous montre que la convergence du
n-échantillon présente un phénomène de cutoff à l’instant log(n)/(2ρ) où ρ est le taux de la
vitesse de convergence exponentielle du processus échantillonné, et ce pour chacune des distances
considérées.

Théorème 3.2.4 • Soit ρ un réel strictement positif. Soit X un processus stochastique qui
converge à vitesse exponentielle de taux ρ vers sa loi asymptotique ν, au sens de la distance
de Hellinger (resp. du χ2, de Kullback). Soit X (n) un n-échantillon du processus X. Alors

le processus X (n) présente un phénomène de cutoff à l’instant log(n)
2ρ

au sens de la distance

de Hellinger (resp. du χ2, de Kullback).
• Soit ρ un réel strictement positif. Soit X un processus stochastique qui converge à vitesse

exponentielle de taux ρ vers sa loi asymptotique ν, au sens de la distance en variation
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totale et d’une autre distance (Hellinger, χ2 ou Kullback). Soit X (n) un n-échantillon du

processus X. Alors le processus X (n) présente un phénomène de cutoff à l’instant log(n)
2ρ

au sens de la distance en variation totale.

Démonstration.
Nous traitons successivement les cas des quatre distances. Pour mettre en évidence la présence
d’un cutoff, nous cherchons à vérifier la définition de base (définition 1.2.1).

1. Distance de Hellinger.
Par hypothèse, le processus X vérifie la propriété de convergence exponentielle de taux
ρ donnée par l’inégalité (3.2.11), c’est-à-dire qu’il existe deux réels k et k ′ strictement
positifs tels que, pour tout t positif :

ke−ρt
6 dH(L(X(t)), ν) 6 k′e−ρt .

Et nous avons vu dans la proposition 3.1.14 comment obtenir la distance de Hellinger
entre les lois produits en fonction de la distance de Hellinger entre les lois marginales. Ici
nous obtenons :

d2
H(L(X (n)(t)), ν⊗n) = 1 −

(
1 − d2

H(L(X(t)), ν)
)n

.

Nous avons donc un encadrement de la distance de Hellinger entre la loi du n-échantillon
à l’instant t et sa loi asymptotique :

1 −
(
1 − k2e−2ρt

)n
6 d2

H(L(X (n)(t)), ν⊗n) 6 1 −
(
1 − k′2e−2ρt

)n
.

Soit maintenant c un réel strictement positif. Regardons la distance de Hellinger à l’instant
c log(n)/(2ρ) ; nous obtenons :

1 −
(
1 − k2n−c

)n
6 d2

H

(

L
(

X(n)

(
c log(n)

2ρ

))

, ν⊗n

)

6 1 −
(
1 − k′2n−c

)n
.

Si c est strictement inférieur à 1, le membre de gauche de l’inégalité tend vers 1 quand n
tend vers l’infini, ce qui implique que la distance de Hellinger entre la loi du n-échantillon
à l’instant c log(n)/(2ρ) et sa loi asymptotique tend aussi vers 1. Et si c est strictement
supérieur à 1, le membre de droite de l’inégalité tend vers 0, ce qui implique que la
distance de Hellinger tend aussi vers 0. Ainsi le cutoff est démontré au sens de la distance
de Hellinger.

2. Distance du χ2.
Nous procédons exactement de la même façon que pour la distance de Hellinger. Par
l’hypothèse de convergence exponentielle, nous avons :

ke−ρt
6 dχ2(L(X(t)), ν) 6 k′e−ρt .

Ensuite la proposition 3.1.19 donne la distance du χ2 entre les lois produits en fonction
de la distance du χ2 entre les lois marginales :

d2
χ2(L(X (n)(t)), ν⊗n) =

(
1 + d2

χ2(L(X(t)), ν)
)n − 1 .
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Nous avons donc un encadrement de la distance du χ2 entre la loi du n-échantillon à
l’instant t et sa loi asymptotique :

(
1 + k2e−2ρt

)n − 1 6 d2
χ2(L(X (n)(t)), ν⊗n) 6

(
1 + k′2e−2ρt

)n − 1 .

Pour tout réel strictement positif c, nous obtenons donc un encadrement de la distance
du χ2 à l’instant c log(n)/(2ρ) :

(
1 + k2n−c

)n − 1 6 d2
χ2

(

L
(

X(n)

(
c log(n)

2ρ

))

, ν⊗n

)

6
(
1 + k′2n−c

)n − 1 .

Si c est strictement inférieur à 1, le membre de gauche de l’inégalité tend vers +∞ quand
n tend vers l’infini, ce qui implique que la distance du χ2 entre la loi du n-échantillon à
l’instant c log(n)/(2ρ) et sa loi asymptotique tend aussi vers +∞. Et si c est strictement
supérieur à 1, le membre de droite de l’inégalité tend vers 0, ce qui implique que la distance
du χ2 tend aussi vers 0. Ainsi le cutoff est démontré au sens de la distance du χ2.

3. Distance de Kullback.
Dans ce cas, nous faisons encore le même raisonnement, simplifié par le fait que la distance
de Kullback entre lois produits s’écrit comme somme des distances de Kullback entre les
marginales (proposition 3.1.24) :

d2
K(L(X (n)(t)), ν⊗n) = n d2

K(L(X(t)), ν) .

Par l’hypothèse de convergence exponentielle, nous avons :

ke−ρt
6 dK(L(X(t)), ν) 6 k′e−ρt .

Pour la distance de Kullback entre la loi du n-échantillon et sa loi asymptotique, nous
obtenons donc :

nk2e−2ρt
6 d2

K(L(X (n)(t)), ν⊗n) 6 nk′2e−2ρt .

Pour tout réel strictement positif c, nous en déduisons un encadrement de la distance de
Kullback à l’instant c log(n)/(2ρ) :

k2n1−c
6 d2

K

(

L
(

X(n)

(
c log(n)

2ρ

))

, ν⊗n

)

6 k′2n1−c .

Si c est strictement inférieur à 1, le membre de gauche de l’inégalité tend vers +∞
quand n tend vers l’infini, ce qui implique que la distance de Kullback entre la loi du
n-échantillon à l’instant c log(n)/(2ρ) et sa loi asymptotique tend aussi vers +∞. Et si
c est strictement supérieur à 1, le membre de droite de l’inégalité tend vers 0, ce qui
implique que la distance de Kullback tend aussi vers 0. Ainsi le cutoff est démontré au
sens de la distance de Kullback.

4. Distance en variation totale.
L’hypothèse de convergence exponentielle donne l’existence de deux réels k et k ′ stricte-
ment positifs tels que, pour tout t positif :

ke−ρt
6 dVT (L(X(t)), ν) 6 k′e−ρt .
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Là encore nous utilisons l’expression de la distance entre les lois produits en fonction de la
distance entre les lois marginales ; mais dans ce cas nous n’avons qu’une inégalité, donnée
dans la proposition 3.1.7 :

1 − 2 exp
(

−n
2
d2

VT (L(X(t)), ν)
)

6 dVT (L(X (n)(t)), ν⊗n) 6 n dVT (L(X(t)), ν) .

Soit c un réel strictement positif. La borne de gauche de l’inégalité ci-dessus nous permet
de conclure quant au cutoff à gauche (c’est-à-dire pour c inférieur à 1). En effet, à l’instant
c log(n)/(2ρ), nous avons l’inégalité :

1 − 2 exp

(

−k
2

2
n1−c

)

6 dVT (L(X (n)(t)), ν⊗n) ,

qui implique que, quand n tend vers l’infini, la distance en variation totale entre la loi du
n-échantillon et sa loi asymptotique tend vers 1. Par contre, la borne de droite ne suffit
pas pour conclure à la présence du phénomène de cutoff ; nous utilisons alors l’hypothèse
de la convergence exponentielle au sens d’une autre distance. En effet, nous avons vu
que la distance en variation totale était majorée par chacune des autres distances (d’après
l’équation (3.1.7) et les propositions 3.1.18 et 3.1.22), ce qui donne :

dVT (L(X (n)(t)), ν⊗n) 6
√

2 dH(L(X (n)(t)), ν⊗n) ,

dVT (L(X (n)(t)), ν⊗n) 6
1

2
dχ2(L(X (n)(t)), ν⊗n) ,

dVT (L(X (n)(t)), ν⊗n) 6
1√
2
dK(L(X (n)(t)), ν⊗n) .

Ainsi en utilisant le même raisonnement que dans chacun des trois points précédents
concernant chacune des distances, nous concluons qu’il y a aussi cutoff à droite (c’est-à-
dire quand c est supérieur à 1).

2

Désormais nous notons (tn)n∈N∗ la suite des instants de cutoff :

tn =
log(n)

2ρ
.

Dans le théorème précédent nous avons supposé que la convergence du processus échantillonné
était exponentielle, c’est-à-dire que la distance entre sa loi à l’instant t et sa loi asymptotique
était encadrée par deux exponentielles décroissant à la même vitesse. Nous allons maintenant
étudier le cas plus particulier où la distance est de l’ordre d’une exponentielle décroissante. Nous
obtenons alors des estimations précises du comportement de la convergence à gauche et à droite
de l’instant de cutoff.



72 Chapitre 3

Notons d(t) la distance (en variation totale, de Hellinger, du χ2 ou de Kullback) entre la loi
du processus X à l’instant t et sa loi asymptotique ν :

d(t) = d(L(X(t)), ν) ,

et d(n)(t) la distance (en variation totale, de Hellinger, du χ2 ou de Kullback) entre la loi du
processus X (n) à l’instant t et sa loi asymptotique ν⊗n :

d(n)(t) = d(L(X (n)(t)), ν⊗n) .

Théorème 3.2.5 Supposons que, pour t assez grand, la fonction d a la forme suivante :

d(t) = Cd e
−ρt + o(e−ρt) ,

où Cd est une constante qui dépend de la distance. Soit u un réel tel que u+ tn soit strictement
positif. Alors :

1. Distance en variation totale :

1 − 2 exp

(

−C
2
VT

2
e−2ρu

)

6 lim inf
n→+∞

d
(n)
VT (tn + u) ,

et :
lim sup
n→+∞

d
(n)
VT (tn + u) 6

(
1 − exp

(
−2C2

H e
−2ρu

)) 1
2 .

2. Distance de Hellinger :

lim
n→+∞

d
(n)
H (tn + u) =

(
1 − exp

(
−C2

H e
−2ρu

)) 1
2 .

3. Distance du χ2 :

lim
n→+∞

d
(n)

χ2 (tn + u) =
(
exp

(
C2

χ2 e−2ρu
)
− 1
) 1

2 .

4. Distance de Kullback :
lim

n→+∞
d

(n)
K (tn + u) = CK e−ρu .

Démonstration.
Pour les distances de Hellinger, du χ2 et de Kullback, elle repose sur les expressions des dis-
tances entre n-échantillons en fonction des distances entre les marginales, données par les pro-
positions 3.1.14 (Hellinger), 3.1.19 (χ2) et 3.1.24 (Kullback). Pour ces trois distances, un calcul
de limite direct permet d’obtenir le résultat annoncé. Pour la distance en variation totale, la
minoration est obtenue grâce à la proposition 3.1.7, qui donne une minoration de la distance
en variation totale entre n-échantillons en fonction de la distance en variation totale entre les
marginales. La proposition 3.1.7 donne aussi une majoration, mais celle-ci est insuffisante pour
obtenir la majoration de la limite annoncée. Nous utilisons donc la majoration de la distance en
variation totale par la distance de Hellinger donnée par la proposition 3.1.13. Nous obtenons
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l’existence de deux suites de fonctions (εn)n∈N et (ε′n)n∈N convergeant simplement vers 0 quand
n tend vers +∞ telles que :

1−2 exp

(

−C
2
VT

2
e−2ρu

)

+εn(u) 6 d
(n)
VT (tn+u) 6

(
1 − exp

(
−2C2

H e
−2ρu

)) 1
2 +ε′n(u) , (3.2.13)

ce qui implique les deux inégalités annoncées. 2

Il faut noter que les résultats du théorème 3.2.5 sont plus forts que le cutoff tel qu’il est décrit
dans la définition 1.2.1. En effet, ils affirment que la distance passe de presque 1 à presque 0
dans un intervalle de temps dont la longueur est bornée quand n tend vers +∞, alors que la
définition 1.2.1 du cutoff impose seulement que le passage de presque 1 à presque 0 ait lieu
dans un intervalle de temps dont la longueur est en O(log(n)). Énonçons-le plus précisément,
tout d’abord pour la distance en variation totale.

Proposition 3.2.6 Supposons que le processus échantillonné soit markovien, et qu’il existe
deux suites de fonctions (εn)n∈N et (ε′n)n∈N convergeant simplement vers 0 quand n tend vers
+∞ telles que :

1 − 2 exp

(

−C
2
VT

2
e−2ρu

)

+ εn(u) 6 d
(n)
VT (tn + u) 6

(
1 − exp

(
−2C2

H e
−2ρu

)) 1
2 + ε′n(u) .

Alors la suite (tn)n∈N∗ est une suite d’instants de cutoff au sens de la définition 1.2.1, c’est-à-dire
que, pour tout réel c strictement positif :







c < 1 ⇒ lim inf
n→+∞

d
(n)
VT (ctn) > 0,

c > 1 ⇒ lim
n→+∞

d
(n)
VT (ctn) = 0.

Démonstration.
Soit c un réel strictement supérieur à 1. Montrons que :

lim
n→+∞

d
(n)
VT (ctn) = 0 .

Soit ε > 0. La fonction qui à u associe (1 − exp (−2C2
He

−2ρu))
1
2 tend vers 0 quand u tend vers

+∞, donc :

∃A > 0, ∀u > A,
∣
∣
∣

(
1 − exp

(
−2C2

He
−2ρu

)) 1
2

∣
∣
∣ < ε .

De plus, la suite ((c− 1)tn)n∈N∗ tend vers +∞, donc :

∃n0 ∈ N, ∀n > n0, (c− 1)tn > A .

Enfin, la suite (ε′n)n∈N tend simplement vers 0, ce qui donne :

∃n1 ∈ N, ∀n > n1, |ε′n(A)| < ε .
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Ainsi, pour n > max(n0, n1), on écrit :

ctn = tn + (c− 1)tn > tn + A .

Or le processus échantillonné est markovien, ce qui implique que la fonction d
(n)
VT est décroissante

(d’après la proposition 3.1.5), donc nous obtenons :

d
(n)
VT (ctn) 6 d

(n)
VT (tn + A)

6
(
1 − exp

(
−2C2

H e
−2ρA

)) 1
2 + ε′n(A)

6 2ε .

Pour c strictement inférieur à 1, on procède de la même façon, en utilisant la partie gauche de

l’inégalité (3.2.13), et le fait que la fonction qui à u associe 1− 2 exp
(

−C2
VT

2
e−2ρu

)

tend vers 1

quand u tend vers −∞. 2

Remarquons que le fait de supposer le processus markovien permet d’obtenir la décroissance
de la distance en variation totale, et c’est le point crucial de la démonstration.

Pour les trois autres distances (Hellinger, χ2 et Kullback), comme la distance entre n-
échantillons s’exprime en fonction de la distance entre marginales, le fait que les résultats du
théorème 3.2.5 impliquent le cutoff peut s’énoncer sous la forme générale suivante.

Lemme 3.2.7 Soient µ1 et µ2 deux mesures sur le même espace (E, E). Soit a un élément de
[0 ; +∞]. Soit d une distance entre mesures, qui vérifie :

∀n ∈ N
∗, d

(
µ⊗n

1 , µ⊗n
2

)
= hn (d(µ1, µ2)) ,

où, pour tout n, la fonction hn est une fonction croissante de [0 ; a] dans [0 ; a]. Supposons de
plus qu’il existe une fonction continue h de R

+ dans R
+ telle que :

∀x ∈ R
+, lim

n→+∞
hn

(
x√
n

)

= h(x) ,

et :
lim

x→+∞
h(x) = a .

SoitX un processus stochastique de loi stationnaire ν. Avec les mêmes notations que précédemment,
supposons que, lorsque t tend vers +∞ :

d(t) = Cd e
−ρt + o(e−ρt) .

Soit (un)n∈N∗ une suite réelle convergeant dans R ∪ {−∞; +∞}, telle que :

lim
n→+∞

tn + un = +∞ .

Alors, en notant u la limite de la suite (un)n∈N∗, on a :

lim
n→+∞

d(n)(tn + un) = h
(
Cd e

−ρu
)
.



3.2 Cas général des processus de Markov exponentiellement convergents 75

Démonstration.
Écrivons tout d’abord d(n)(tn + un) sous la forme :

d(n)(tn + un) = hn (d(tn + un)) .

L’hypothèse selon laquelle :

d(t) = Cd e
−ρt + o(e−ρt)

signifie qu’il existe une fonction ε tendant vers 0 en +∞ telle que :

d(t) = e−ρt (Cd + ε(t)) .

Nous pouvons donc écrire :

∃n0 ∈ N
∗, ∀n > n0, d(tn + un) =

e−ρun

√
n

(Cd + ε(tn + un)) .

Par hypothèse, la suite de fonctions croissantes (hn(./
√
n))n∈N∗ converge simplement vers la

fonction h continue. Par le théorème de Dini, nous en déduisons que cette convergence est
uniforme sur tout compact de R

+. Par conséquent, si la limite u de la suite (un)n∈N∗ est dans
R ∪ {+∞}, nous obtenons directement :

lim
n→+∞

d(n)(tn + un) = h
(
Cd e

−ρu
)
.

Si u vaut −∞, la suite (e−ρun (Cd + ε(tn + un)))n∈N∗ tend vers +∞, ce qui s’écrit :

∀A > 0, ∃n1 ∈ N
∗, ∀n > n1, e−ρun (Cd + ε(tn + un)) > A .

Fixons A strictement positif. Par croissance des fonctions hn, nous obtenons :

hn

(
e−ρun

√
n

(Cd + ε(tn + un))

)

> hn

(
A√
n

)

,

ce qui montre, en passant à la limite, que :

lim inf
n→+∞

hn

(
e−ρun

√
n

(Cd + ε(tn + un))

)

> h(A) .

Ceci étant vrai pour tout A, la continuité de h implique que c’est aussi vrai en +∞ :

lim inf
n→+∞

hn

(
e−ρun

√
n

(Cd + ε(tn + un))

)

> a .

Comme la fonction hn est à valeurs dans [0 ; a], on a le résultat.
2
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Appliquons le lemme 3.2.7 aux distances qui nous concernent. Dans tous les cas, nous voulons
démontrer le phénomène de cutoff au sens de la définition 1.2.1. Pour cela, nous devons calculer
la limite suivante, pour c strictement positif :

lim
n→+∞

d(n)(ctn) .

Nous allons donc utiliser le lemme 3.2.7 avec un = (c− 1)tn, qui tend vers −∞ ou +∞ selon
si c est inférieur ou supérieur à 1. Examinons les fonctions hn dans les trois cas particuliers de
distances, afin de conclure sur la présence du cutoff.

Distance de Hellinger. La proposition 3.1.14 donne l’expression de la distance entre proba-
bilités produits en fonction de la distance entre les marginales ; si P et Q sont deux lois de
probabilités sur le même espace, alors :

d2
H(P⊗n, Q⊗n) = 1 −

(
1 − d2

H(P,Q)
)n

,

ce qui montre que, dans ce cas, la fonction hn intervenant dans la proposition 3.1.14 est définie
sur [0 ; 1] par :

hn(x) =
(
1 − (1 − x2)n

) 1
2 .

C’est une fonction croissante à valeurs dans [0 ; 1]. La fonction h est alors définie sur R
+ par :

h(x) =
√

1 − e−x2 .

La fonction h est continue sur R
+, et sa limite en +∞ vaut 1. Le lemme 3.2.7 permet donc de

conclure que, si c est un réel strictement compris entre 0 et 1 :

lim
n→+∞

d
(n)
H (ctn) = 1 ,

et, si c est strictement supérieur à 1 :

lim
n→+∞

d
(n)
H (ctn) = 0 .

Distance du χ2. La proposition 3.1.19 donne l’expression de la distance entre probabilités
produits en fonction de la distance entre les marginales :

d2
χ2(P⊗n, Q⊗n) =

(
1 + d2

χ2(P,Q)
)n − 1 ,

ce qui montre que, dans ce cas, la fonction hn intervenant dans la proposition 3.1.14 est définie
sur R

+ par :

hn(x) =
(
(1 + x2)n − 1

) 1
2 .

C’est une fonction croissante à valeurs dans R
+. La fonction h est alors définie sur R

+ par :

h(x) =
√

ex2 − 1 .
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La fonction h est continue sur R
+, et sa limite en +∞ vaut +∞. Le lemme 3.2.7 permet donc

de conclure que, si c est un réel strictement compris entre 0 et 1 :

lim
n→+∞

d
(n)

χ2 (ctn) = +∞ ,

et, si c est strictement supérieur à 1 :

lim
n→+∞

d
(n)

χ2 (ctn) = 0 .

Distance de Kullback. La proposition 3.1.24 donne l’expression de la distance entre probabilités
produits en fonction de la distance entre les marginales :

d2
K(P⊗n, Q⊗n) = n d2

K(P,Q) ,

ce qui montre que, dans ce cas, la fonction hn intervenant dans la proposition 3.1.14 est définie
sur R

+ par :
hn(x) = x

√
n .

C’est une fonction croissante à valeurs dans R
+. La fonction h est alors définie sur R

+ par :

h(x) = x .

La fonction h est continue sur R
+, et sa limite en +∞ vaut +∞. Le lemme 3.2.7 permet donc

de conclure que, si c est un réel strictement compris entre 0 et 1 :

lim
n→+∞

d
(n)
K (ctn) = +∞ ,

et, si c est strictement supérieur à 1 :

lim
n→+∞

d
(n)
K (ctn) = 0 .

3.3 Exemples

Dans cette partie nous considérons deux nouveaux exemples : le processus de Markov à deux
états et la file d’attente M/M/∞, et nous revenons aussi sur le processus d’Ornstein-Uhlenbeck.
Sur ce dernier exemple en effet, nous n’avons considéré au chapitre 2 que la distance en variation
totale, il nous reste donc les autres distances à traiter. Ces trois exemples se ressemblent, dans
le sens où la convergence vers la loi stationnaire a lieu à vitesse exponentielle. Cependant, ces
trois processus nous permettent d’examiner le phénomène de cutoff sur trois familles de lois
différentes (Bernoulli, Poisson et gaussienne), et de voir que, indépendamment de la famille de
lois, les comportements à gauche et à droite de l’instant de cutoff sont semblables.
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3.3.1 Le processus binaire

Soit ρ et α deux réels strictement positifs, tels que α soit strictement inférieur à ρ. Soit X
le processus markovien binaire, dont les deux états sont 0 et 1, qui part de 0 et dont les taux
de transition sont les suivants :

PSfrag replacements α

ρ− α

0 1

Son générateur infinitésimal est donné par la matrice Λ suivante :

Λ =

(
−α α
ρ− α −ρ+ α

)

.

Pour tout instant t, l’espérance m(t) de X(t) est alors calculable. En effet, le semi-groupe de
transition P (t) à l’instant t est la matrice exp(tΛ). Les valeurs propres de la matrice Λ sont 0
et −ρ. On en déduit par exemple la diagonalisation suivante de Λ :

Λ = M

(
0 0
0 −ρ

)

M−1 ,

où M est la matrice inversible :

M =

(
1 α
1 α− ρ

)

.

Ensuite on écrit :

P (t) = M

(
1 0
0 e−ρt

)

M−1 ,

ce qui donne, après calcul :

P (t) =
1

ρ

(
ρ− α α
ρ− α α

)

+
e−ρt

ρ

(
α −α

−ρ + α ρ− α

)

.

Comme le processus X ne prend que les valeurs 0 et 1, la fonction m est donnée par :

m(t) = P (X(t) = 1|X(0) = 0) ,

ce qui donne, en lisant la formule de P :

m(t) =
α

ρ

(
1 − e−ρt

)
.
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De plus, la loi stationnaire du processus est la loi de Bernoulli de paramètre θ, avec :

θ =
α

ρ
.

Passons en revue les calculs des quatre distances dans le cas des lois de Bernoulli afin de
déterminer les constantes Cd dans les quatre cas et d’énoncer la proposition de cutoff.

Distance en variation totale. Dans la proposition 3.1.8, nous avons déjà calculé la distance
en variation totale entre deux lois de Bernoulli. Entre la loi de Bernoulli b(θ) de paramètre θ et
la loi de Bernoulli b(θ(1 − ε)) de paramètre θ(1 − ε), la distance en variation totale vaut :

dVT (b(θ(1 − ε)), b(θ)) = θε .

Nous obtenons donc l’expression de la fonction dVT :

dVT (t) =
α

ρ
e−ρt ,

ce qui donne la constante CVT dans ce cas :

CVT =
α

ρ
.

Distance de Hellinger. De même, la proposition 3.1.12 donne la distance de Hellinger entre
lois de Bernoulli. Entre la loi de Bernoulli b(θ(1 − ε)) et la loi de Bernoulli b(θ), la distance de
Hellinger vaut :

d2
H (b(θ(1 − ε)), b(θ)) = 1 −

√

(1 − θ)(1 − θ(1 − ε)) −
√

θ2(1 − ε) .

Quand ε tend vers 0, un développement limité montre que :

d2
H (b(θ(1 − ε)), b(θ)) =

θε2

8(1 − θ)
+ o(ε2) .

Ainsi, pour la distance de Hellinger entre la loi du processus X à l’instant t et sa loi stationnaire,
nous obtenons, quand t tend vers +∞ :

dH(t) =

√
α

8(ρ− α)
e−ρt + o(e−ρt) ,

ce qui donne la constante CH dans ce cas :

CH =

√
α

8(ρ− α)
.

Distance du χ2. La proposition 3.1.17 donne la distance du χ2 entre deux lois de Bernoulli.
Entre la loi de Bernoulli b(θ(1 − ε)) et la loi de Bernoulli b(θ), la distance du χ2 vaut :

d2
χ2 (b(θ(1 − ε)), b(θ)) =

θε2

1 − θ
. (3.3.14)
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Ainsi, pour la distance du χ2 entre la loi du processus X à l’instant t et sa loi stationnaire, nous
obtenons, quand t tend vers +∞ :

dχ2(t) =

√
α

ρ− α
e−ρt ,

ce qui donne la constante Cχ2 dans ce cas :

Cχ2 =

√
α

ρ− α
.

Distance de Kullback. La proposition 3.1.21 donne la distance de Kullback entre deux lois de
Bernoulli. Entre la loi de Bernoulli b(θ(1− ε)) et la loi de Bernoulli b(θ), la distance de Kullback
vaut :

d2
K (b(θ(1 − ε)), b(θ)) = θ(1 − ε) log(1 − ε) + (1 − θ(1 − ε)) log

(
1 − θ(1 − ε)

1 − θ

)

.

Quand ε tend vers 0, un développement limité montre que :

d2
K (b(θ(1 − ε)), b(θ)) =

θε2

2(1 − θ)
+ o(ε2) .

Ainsi, pour la distance de Kullback entre la loi du processus X à l’instant t et sa loi stationnaire,
nous obtenons, quand t tend vers +∞ :

dK(t) =

√
α

2(ρ− α)
e−ρt + o(e−ρt) ,

ce qui donne la constante CK dans ce cas :

CK =

√
α

2(ρ− α)
.

Nous sommes maintenant en mesure d’énoncer la proposition qui établit le phénomène de
cutoff dans le cas du processus binaire. Il s’agit du théorème 3.2.5 appliqué avec les constantes
trouvées dans ce cas particulier.

Proposition 3.3.1 Si X (n) est un n-échantillon de processus de Markov binaires, nous avons
les estimations suivantes :

1. Distance en variation totale :

1 − 2 exp

(

− α2

2ρ2
e−2ρu

)

6 lim inf
n→+∞

d
(n)
VT (tn + u) ,

et :

lim sup
n→+∞

d
(n)
VT (tn + u) 6

(

1 − exp

(

− α

4(ρ− α)
e−2ρu

)) 1
2

.
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2. Distance de Hellinger :

lim
n→+∞

d
(n)
H (tn + u) =

(

1 − exp

(

− α

8(ρ− α)
e−2ρu

)) 1
2

.

3. Distance du χ2 :

lim
n→+∞

d
(n)

χ2 (tn + u) =

(

exp

(
α

ρ− α
e−2ρu

)

− 1

) 1
2

.

4. Distance de Kullback :

lim
n→+∞

d
(n)
K (tn + u) =

√
α

2(ρ− α)
e−ρu .

3.3.2 La file M/M/∞
La référence principale de cet exemple est le chapitre 6 du livre de P. Robert [51] sur les

réseaux et files d’attente.

Dans un cadre très général, une file d’attente est la donnée d’une ou plusieurs unités de
service où arrivent des clients qui demandent une certaine durée d’utilisation de cette unité.
Quand les clients ne peuvent pas accéder à l’unité, ils patientent dans une file d’attente en
attendant d’être servis. Mathématiquement, une file d’attente est définie par :

– un processus d’arrivée de clients, c’est-à-dire une suite aléatoire croissante d’instants,
– les durées de service des clients, c’est-à-dire une suite de variables aléatoires positives,
– et une discipline de service, c’est-à-dire une règle qui détermine selon quel procédé sont

servis les clients de la file d’attente. Une des disciplines les plus fréquemment utilisées est la
discipline FIFO (First In First Out), qui revient à servir les clients selon leur ordre d’arrivée.

Pour la file M/M/∞, il y a une infinité de serveurs, le processus d’arrivée des clients est
un processus de Poisson d’intensité α (où α est un réel strictement positif), et les durées de
service des clients sont des variables aléatoires indépendantes et de même loi exponentielle de
paramètre ρ (où ρ est un réel strictement positif).

Soit X le processus qui représente le nombre de clients dans la file d’attente. C’est un
processus markovien de sauts d’espace d’états N, et dont les taux de transitions sont :

qi,i+1 = α, pour i ∈ N,

qi,i−1 = iρ, pour i ∈ N
∗,

qi,j = 0, pour |i− j| > 1.

Nous pouvons le représenter de la façon suivante :
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PSfrag replacements

0 1 i − 1 i i + 1
N

αα

ρ iρ

Fixons de plus le nombre de clients dans la file au départ égal à un entier positif x0 :

X(0) = x0 .

La fonction génératrice Ψt de X(t) est connue (cf. [51] p. 142) ; pour tout u de l’intervalle
[0 ; 1], la fonction Ψt est définie par :

Ψt(u) =
(
1 + (u− 1)e−ρt

)x0 exp

(
α

ρ

(
1 − e−ρt

)
(u− 1)

)

.

En prenant la dérivée de la fonction Ψt à gauche en 1, nous obtenons l’espérance de la variable
aléatoire X(t), que nous notons m(t) :

m(t) =
α

ρ
+

(

x0 −
α

ρ

)

e−ρt .

Si le processus X part de 0 (x0 = 0), alors la loi du processus X à l’instant t est la loi de
Poisson de paramètre Θ(t) donné par :

Θ(t) =
α

ρ

(
1 − e−ρt

)
,

et sa loi stationnaire est la loi de Poisson de paramètre θ = α/ρ.

Plaçons-nous dans le cas où X(0) = 0 et intéressons-nous successivement aux quatre dis-
tances afin de déterminer les constantes Cd qui interviennent dans le théorème 3.2.5.

Distance en variation totale. Nous devons calculer la distance en variation totale entre deux
lois de Poisson. Ou plus exactement nous devons évaluer le comportement, quand ε tend vers 0
de la distance entre la loi de Poisson de paramètre θ et la loi de Poisson de paramètre θ(1− ε).
Cette estimation est donnée par la proposition 3.1.8 :

dVT (P(θ(1 − ε)),P(θ)) =
θ1+bθce−θε

bθc! + o(ε) ,

où bθc désigne la partie entière de θ.

En utilisant ce résultat avec θ = α/ρ et ε = e−ρt, nous obtenons l’expression de la fonction
dVT :

dVT (t) = CVT e
−ρt + o(e−ρt) ,
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où la constante CVT est donnée par :

CVT =
1

bα
ρ
c!

(
α

ρ

)bα
ρ
c+1

e−
α
ρ .

Distance de Hellinger. La distance de Hellinger entre deux lois de Poisson est donnée dans la
proposition 3.1.12 :

d2
H (P(θ),P(θ′)) = 1 − e−

θ+θ′

2 e
√

θθ′ .

Pour calculer la distance de Hellinger entre la loi du processus à l’instant t et sa loi stationnaire,
nous devons évaluer la distance, quand ε tend vers 0, entre la loi de Poisson de paramètre θ et
la loi de Poisson de paramètre θ(1 − ε), ce qui donne, d’après la formule ci-dessus :

d2
H (P(θ(1 − ε)),P(θ)) = 1 − e−θ(1−ε/2) eθ

√
1−ε .

Un développement limité quand ε tend vers 0 nous donne :

dH (P(θ(1 − ε)),P(θ)) = ε

√

θ

8
+ o(ε) .

Nous obtenons donc l’ordre de la fonction dH quand t tend vers +∞ :

dH(t) =

√
α

8ρ
e−ρt + o(e−ρt) ,

ce qui montre que la constante CH vaut dans ce cas :

CH =

√
α

8ρ
.

Distance du χ2. La distance du χ2 entre deux lois de Poisson est donnée dans la proposi-
tion 3.1.17 :

d2
χ2 (P(θ),P(θ′)) = exp

(

θ′ − 2θ +
θ2

θ′

)

− 1 .

Pour calculer la distance du χ2 entre la loi du processus à l’instant t et sa loi stationnaire, nous
devons évaluer la distance, quand ε tend vers 0, entre la loi de Poisson de paramètre θ(1 − ε)
et la loi de Poisson de paramètre θ, ce qui donne, d’après la formule ci-dessus :

dχ2 (P(θ(1 − ε)),P(θ)) =
√

eθε2 − 1 .

Un développement limité quand ε tend vers 0 nous donne :

dχ2 (P(θ(1 − ε)),P(θ)) = ε
√
θ + o(ε) .

Nous obtenons donc l’ordre de la fonction dχ2 quand t tend vers +∞ :

dχ2(t) = e−ρt

√
α

ρ
+ o(e−ρt) ,
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ce qui montre que la constante Cχ2 vaut dans ce cas :

Cχ2 =

√
α

ρ
.

Distance de Kullback. La distance de Kullback entre deux lois de Poisson est donnée dans la
proposition 3.1.21 :

d2
K (P(θ),P(θ′)) = −θ + θ′ + θ log

(
θ

θ′

)

.

Pour calculer la distance de Kullback entre la loi du processus à l’instant t et sa loi stationnaire,
nous devons évaluer la distance, quand ε tend vers 0, entre la loi de Poisson de paramètre
θ(1 − ε) et la loi de Poisson de paramètre θ, ce qui donne, d’après la formule ci-dessus :

d2
K (P(θ(1 − ε)),P(θ)) = θε+ θ(1 − ε) log(1 − ε) .

Un développement limité quand ε tend vers 0 nous donne :

dK (P(θ(1 − ε)),P(θ)) = ε

√

θ

2
+ o(ε) .

Nous obtenons donc l’ordre de la fonction dK quand t tend vers +∞ :

dK(t) = e−ρt

√
α

2ρ
+ o(e−ρt) ,

ce qui montre que la constante CK vaut dans ce cas :

CK =

√
α

2ρ
.

Nous pouvons donc réécrire le théorème 3.2.5 dans le cas de la file M/M/∞.

Proposition 3.3.2 Si X (n) est un n-échantillon de processus de Markov représentant le nombre
de clients dans la file d’attente M/M/∞, nous avons les estimations suivantes :

1. Distance en variation totale :

1 − 2 exp

(

−C
2
VT

2
e−2ρu

)

6 lim inf
n→+∞

d
(n)
VT (tn + u) ,

et :

lim sup
n→+∞

d
(n)
VT (tn + u) 6

(

1 − exp

(

− α

4ρ
e−2ρu

)) 1
2

,

où la constante CVT est donnée par :

CVT =
1

bα
ρ
c!

(
α

ρ

)bα
ρ
c+1

e−
α
ρ .



3.3 Exemples 85

2. Distance de Hellinger :

lim
n→+∞

d
(n)
H (tn + u) =

(

1 − exp

(

− α

8ρ
e−2ρu

)) 1
2

.

3. Distance du χ2 :

lim
n→+∞

d
(n)

χ2 (tn + u) =

(

exp

(
α

ρ
e−2ρu

)

− 1

) 1
2

.

4. Distance de Kullback :

lim
n→+∞

d
(n)
K (tn + u) =

√
α

2ρ
e−ρu .

3.3.3 Le processus d’Ornstein-Uhlenbeck

Nous revenons dans cette partie au processus d’Ornstein-Uhlenbeck que nous avions considéré
dans le chapitre 2. Rappelons les notations utilisées. Nous considérons le processus solution de
l’équation différentielle stochastique suivante, où ρ et σ sont deux réels strictement positifs :

{
dX(t) = −ρX(t)dt + σ

√
2ρ dB(t)

X(0) = x0
.

Le processus X a pour loi, à l’instant t, la loi normale de moyenne x0e
−ρt et de variance

σ2(1 − e−2ρt). De plus, ce processus converge, quand t tend vers +∞, vers sa loi stationnaire
qui est la loi normale centrée et de variance σ2.

Nous pouvons donc évaluer les différentes distances entre la loi de X à l’instant t et sa
loi stationnaire, et déterminer les différentes constantes Cd associées. Le cas de la distance en
variation totale figurait déjà dans le chapitre 2. Nous le redonnons ici car le théorème 3.2.5
ne fournit pas tout-à-fait les mêmes bornes que celles obtenues dans la proposition 2.2.1 du
chapitre 2.

Distance en variation totale. Nous avons déjà vu dans la proposition 2.1.2 du chapitre 2
l’ordre de grandeur de la distance en variation totale entre la loi du processus à l’instant t et sa
loi stationnaire :

dVT (t) =
|x0|
σ
√

2π
e−ρt + o(e−2ρt) ,

ce qui montre que la constante CVT vaut :

CVT =
|x0|
σ
√

2π
.

Distance de Hellinger. Nous avons déjà vu, dans la proposition 3.1.12, le calcul de la distance
de Hellinger entre deux lois gaussiennes quelconques :

d2
H(N (m1, v

2
1),N (m2, v

2
2)) = 1 −

√

2v1v2

v2
1 + v2

2

exp

(

−(m1 −m2)
2

4(v2
1 + v2

2)

)

.
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Ici nous devons évaluer, quand ε tend vers 0, la distance entre la loi N (x0ε, σ
2(1 − ε2)) et la

loi N (0, σ2). Par la formule ci-dessus, nous obtenons :

d2
H(N (x0ε, σ

2(1 − ε2)),N (0, σ2)) = 1 −
(
1 − ε2

) 1
4

(

1 − ε2

2

)− 1
2

exp

(

− x2
0ε

2

4σ2(2 − ε2)

)

.

Un développement limité quand ε tend vers 0 nous donne :

d2
H(N (x0ε, σ

2(1 − ε2)),N (0, σ2)) =
x2

0ε
2

8σ2
+ o(ε2) .

Nous obtenons ainsi l’ordre de la fonction dH quand t tend vers +∞ :

dH(t) =
|x0|

2σ
√

2
e−ρt + o(e−ρt) ,

ce qui montre que, dans ce cas, la constante CH vaut :

CH =
|x0|

2σ
√

2
.

Distance du χ2. De même, nous avons déjà calculé, dans la proposition 3.1.17, la distance du
χ2 entre deux lois normales quelconques :

d2
χ2(N (m1, v

2
1),N (m2, v

2
2)) =

v2
2

v1

√

2v2
2 − v2

1

exp

(
(m1 −m2)

2

2v2
2 − v2

1

)

− 1 .

Ici nous devons évaluer, quand ε tend vers 0, la distance entre la loi N (x0ε, σ
2(1 − ε2)) et la

loi N (0, σ2). Par la formule ci-dessus, nous obtenons :

d2
χ2(N (x0ε, σ

2(1 − ε2)),N (0, σ2)) =
σ√

1 − ε2

1

σ
√

1 + ε2
exp

(
x2

0ε
2

σ2(1 + ε2)

)

− 1 .

Un développement limité quand ε tend vers 0 nous donne :

d2
χ2(N (x0ε, σ

2(1 − ε2)),N (0, σ2)) =
x2

0ε
2

σ2
+ o(ε2) .

Nous obtenons ainsi l’ordre de la fonction dχ2 quand t tend vers +∞ :

dχ2(t) =
|x0|
σ

e−ρt + o(e−ρt) ,

ce qui montre que, dans ce cas, la constante Cχ2 vaut :

Cχ2 =
|x0|
σ

.
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Distance de Kullback. Nous avons déjà calculé, dans la proposition 3.1.21, la distance de
Kullback entre deux lois gaussiennes quelconques :

d2
K(N (m1, v

2
1),N (m2, v

2
2)) = log

(
v2

v1

)

− 1

2
+

v2
1

2v2
2

+
(m1 −m2)

2

2v2
2

.

Ici nous devons évaluer, quand ε tend vers 0, la distance entre la loi N (x0ε, σ
2(1 − ε2)) et la

loi N (0, σ2). Par la formule ci-dessus, nous obtenons :

d2
K(N (x0ε, σ

2(1 − ε2)),N (0, σ2)) = log

(
1√

1 − ε2

)

− 1

2
+

1 − ε2

2
+
x2

0ε
2

2σ2
.

Un développement limité quand ε tend vers 0 nous donne :

d2
K(N (x0ε, σ

2(1 − ε2)),N (0, σ2)) =
x2

0ε
2

2σ2
+ o(ε2) .

Nous obtenons ainsi l’ordre de la fonction dK quand t tend vers +∞ :

dK(t) =
|x0|
σ
√

2
e−ρt + o(e−ρt) ,

ce qui montre que, dans ce cas, la constante CK vaut :

CK =
|x0|
σ
√

2
.

On peut donc réécrire le théorème 3.2.5 dans le cas du processus d’Ornstein-Uhlenbeck.

Proposition 3.3.3 Soit X (n) est un n-échantillon de processus d’Ornstein-Uhlenbeck solution
de l’équation différentielle stochastique :

{
dX(t) = −ρX(t)dt + σ

√
2ρ dB(t)

X(0) = x0
.

Alors les estimations à gauche et à droite de l’instant de cutoff sont les suivantes :

1. Distance en variation totale :

1 − 2 exp

(

− x2
0

4πσ2
e−2ρu

)

6 lim inf
n→+∞

d
(n)
VT (tn + u) ,

et :

lim sup
n→+∞

d
(n)
VT (tn + u) 6

(

1 − exp

(

− x2
0

4σ2
e−2ρu

)) 1
2

.

2. Distance de Hellinger :

lim
n→+∞

d
(n)
H (tn + u) =

(

1 − exp

(

− x2
0

8σ2
e−2ρu

)) 1
2

.
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3. Distance du χ2 :

lim
n→+∞

d
(n)
χ2 (tn + u) =

(

exp

(
x2

0

σ2
e−2ρu

)

− 1

) 1
2

.

4. Distance de Kullback :

lim
n→+∞

d
(n)
K (tn + u) =

|x0|
σ
√

2
e−ρu .

Remarquons que dans l’encadrement de la distance en variation totale, le majorant est le
même que dans la proposition 2.2.1 (nous avons utilisé la même démarche), mais la minoration
est légèrement différente. Dans la proposition 2.2.1, la minoration est la suivante :

1 − exp

(

− x2
0

8σ2
e−2ρu

)

.

Elle est en fait toujours meilleure que celle de la proposition 3.3.3, au sens où, pour tous x0, σ,
ρ et u :

1 − 2 exp

(

− x2
0

4πσ2
e−2ρu

)

6 1 − exp

(

− x2
0

8σ2
e−2ρu

)

.

Ce n’est pas surprenant puisqu’au chapitre 2 nous avions exploité le calcul exact de la distance
de Hellinger entre lois normales.



Chapitre 4

Temps d’atteinte

Dans ce chapitre, nous nous intéressons à la détection empirique du cutoff. Dans ce qui
précède, nous avons réussi à déterminer l’expression de l’instant de cutoff. Cependant le coeffi-
cient ρ qui intervient dans cette expression est le taux de convergence du processus échantillonné,
et il est inconnu en général. Il est donc naturel d’en chercher un estimateur, comme nous l’avons
fait au chapitre 2 pour le processus d’Ornstein-Uhlenbeck. Nous suivons ici la même démarche,
au sens où nous souhaitons construire l’estimateur comme temps d’atteinte d’un niveau par la
moyenne empirique d’une fonction de l’échantillon. Dans un premier temps, nous allons donc
exposer les propriétés asymptotiques du processus moyen ; nous montrons que, sous certaines
propriétés du processus échantillonné, le processus moyen vérifie un théorème de la limite cen-
trale, où le processus limite est un processus gaussien. Ensuite nous expliquerons comment
utiliser ce résultat pour relier le temps d’atteinte d’un niveau par le processus moyen à un temps
d’atteinte d’une barrière par le processus limite, avant d’étudier plus généralement les temps
d’atteinte de barrières par des diffusions.

4.1 Théorème de la limite centrale pour des processus de

Markov

Cette partie est consacrée au théorème de la limite centrale pour des processus de Markov à
valeurs dans R. Nous commençons par décrire l’espace de Skorohod et sa topologie, qui fournit
le cadre adapté à la convergence en loi des processus. Il s’agit de rappels de notions classiques,
que l’on peut lire dans le livre de P. Billingsley [9] par exemple. Le temps ici décrit R

+ ; dans
ce cadre, on pourra se référer aux articles [39, 60] . Ensuite nous donnons le théorème de la
limite centrale ; une référence très complète sur le sujet est le livre d’A. Araujo et E. Giné [5].
Sur l’ensemble de cette partie, le livre de W. Whitt [63] est aussi très détaillé.

4.1.1 L’espace D de Skorohod

Les processus stochastiques auxquels nous nous intéressons ont des trajectoires régulières, au
sens où, en tout point, elles sont continues à droite et admettent une limite à gauche (càdlàg).
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L’espace des fonctions càdlàg sur un intervalle I de R et à valeurs réelles est noté D(I) et
appelé espace de Skorohod sur I.

Commençons par donner la proposition suivante, sur le nombre de points de discontinuité
d’une fonction càdlàg (cf. [26]).

Proposition 4.1.1 Soit f une fonction de D(R). Alors l’ensemble des points de discontinuité
de f est au plus dénombrable.

Démonstration.
Si t est un réel, nous notons f(t−) la limite de f à gauche de t. Pour n ∈ N

∗, définissons
l’ensemble An par :

An =

{

t ∈ R; |f(t) − f(t−)| > 1

n

}

.

Remarquons alors que An n’a pas de point d’accumulation, car lim
s→t+

f(s) et lim
s→t−

f(s) existent

pour tout t ∈ R. Nous en déduisons que An est au plus dénombrable. Or l’ensemble des points

de discontinuité de f est exactement

+∞⋃

n=1

An. Nous en concluons donc que l’ensemble des points

de discontinuité de f est au plus dénombrable. 2

Cette partie vise à décrire précisément les espaces D(R+) et D(R). Avant d’étudier ces deux
cas, nous avons besoin de décrire les espaces D(I), où I est un intervalle fermé borné.

Cas où I est un intervalle fermé borné.

Dans le cas où I est un intervalle fermé borné, la distance qui vient à l’idée en premier pour
métriser D(I) est la distance uniforme :

dU(f, g) = sup
u∈I

|f(u) − g(u)| .

Malheureusement elle n’est pas bien adaptée à l’espace D(I), car il faudrait que deux fonc-
tions aient des discontinuités exactement au même endroit pour être proches. C’est pour pallier
ce problème que Skorohod a introduit en 1956 une distance notée ici dI . Le principe est de
considérer que deux fonctions sont proches si elles le sont uniformément après avoir autorisé un
petit changement de temps.

Plus précisément, soit ΛI l’ensemble des fonctions de I dans lui-même strictement croissantes
et continues. Soit id la fonction identité de I. La distance dI entre deux fonctions f et g de
D(I) est alors définie par :

dI(f, g) = inf
λ∈ΛI

max{dU(f ◦ λ, g), dU(λ, id)} ,

ce qui peut aussi s’écrire :

dI(f, g) = inf{ε > 0; ∃λ ∈ ΛI; sup
u∈I

|λ(u) − u| 6 ε et sup
u∈I

|f(λ(u))− g(u)| 6 ε} .
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Proposition 4.1.2 L’application dI est une distance sur D(I).

La démonstration de cette proposition est classique. Nous ne donnons ci-dessous que la
démonstration du fait que si la distance entre deux fonctions vaut 0, alors les deux fonctions
sont égales.

Démonstration.
Soient f et g deux fonctions de D(I) telles que dI(f, g) = 0. Montrons qu’alors f = g.
Commençons par démontrer que, pour tout x de I, deux cas peuvent se produire :

g(x) = f(x) ou g(x) = f(x−) .

Pour cela, soit (λn)n∈N∗ une suite de fonctions de ΛI telle que :

∀n ∈ N
∗, sup

u∈I
|λn(u) − u| 6

1

n
et sup

u∈I
|f(λn(u)) − g(u)| 6

1

n
.

Soit x un élément de I.

• Premier cas : la fonction f est continue en x, auquel cas on écrit :

|g(x) − f(x)| 6 |g(x) − f(λn(x))| + |f(λn(x)) − f(x)| ,

donc :

∀ε > 0, ∃n0 ∈ N
∗, ∀n > n0, |g(x) − f(x)| 6

1

n
+ ε ,

ce qui montre que f(x) = g(x).

• Deuxième cas : le point x est un point de discontinuité de la fonction f . Notons alors A
et B les ensembles suivants :

A = {n ∈ N
∗; λn(x) > x} et B = {n ∈ N

∗; λn(x) < x} .

Comme A et B forment une partition de N
∗, au moins l’un de ces deux ensembles est

infini. Dans le cas où A est infini, nous pouvons écrire :

|g(x) − f(x)| 6 |g(x) − f(λn(x))| + |f(λn(x)) − f(x)| ,

ce qui implique, par continuité à droite de f , que :

∀ε > 0, ∃n0 ∈ N
∗, ∀n > n0 et n ∈ A, |g(x) − f(x)| 6

1

n
+ ε ,

donc que f(x) = g(x).
Dans le cas où B est infini, nous écrivons :

|g(x) − f(x−)| 6 |g(x) − f(λn(x))| + |f(λn(x)) − f(x−)| ,
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ce qui implique, par définition de la limite à gauche de f en x, que :

∀ε > 0, ∃n0 ∈ N
∗, ∀n > n0 et n ∈ B, |g(x) − f(x)| 6

1

n
+ ε ,

donc que f(x−) = g(x).

Nous en déduisons donc que f et g sont égales partout, sauf aux points x décrits ci-dessus, où
f(x−) = g(x). Mais la continuité de g à droite implique que g(x) = f(x). Ainsi f = g sur I. 2

L’espace D(R+).

Pour définir la convergence dans cet espace, nous utilisons le fait que la restriction à l’intervalle
[0 ; t] d’une fonction càdlàg sur R

+ est càdlàg sur [0 ; t].

Définition 4.1.3 Soit (fn)n∈N une suite de fonctions de D(R+), et soit f une fonction de
D(R+). On dit que la suite (fn)n∈N converge vers la fonction f dans D(R+) si, pour tout t
positif, point de continuité de f , la suite des restrictions des fn à l’intervalle [0 ; t] converge vers
la restriction de f à l’intervalle [0 ; t] dans l’espace D([0 ; t]).

Remarquons que l’on enlève les points de discontinuité de la fonction limite car on souhaite
voir converger des suites de fonctions comme I[tn ;+∞[, où (tn)n∈N est une suite de réels qui tend
en décroissant vers t strictement positif. Avec la définition ci-dessus, cette suite de fonctions
converge vers la fonction I[t;+∞[. Si l’on tenait compte aussi des points de discontinuité de la
fonction limite, cette suite de fonctions ne convergerait pas dans D(R+).

Ce mode de convergence peut s’écrire en termes de distances, en définissant sur D(R+) la
distance suivante.

Définition 4.1.4 Soient f et g deux fonctions de D(R+). La distance dR+ entre f et g est
définie par :

dR+(f, g) =

∫ +∞

0

e−t min
{
d[0;t](f, g), 1

}
dt ,

où d[0;t](f, g) désigne la distance entre les restrictions de f et g à l’intervalle [0 ; t].

Il faut noter que l’intégrale ci-dessus est bien définie puisque l’intégrande est une fonction
mesurable positive majorée par la fonction t 7→ e−t, qui est intégrable sur [0 ; +∞[. La mesura-
bilité découle du fait que la fonction t 7→ d[0;t](f, g) est continue en tout point où f et g sont
continues (cf. [63] p. 415).

Par ailleurs, l’expression de dR+ définit bien une distance, puisque, de façon générale, si δ est
une distance, alors min{δ, 1} est une distance.
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Proposition 4.1.5 Les deux notions de convergence définies ci-dessus sont équivalentes, c’est-
à-dire que, si (fn)n∈N est une suite de fonctions de D(R+), et f est une fonction de D(R+),
les deux assertions suivantes sont équivalentes :
(i) la suite (fn)n∈N converge vers la fonction f dans D(R+),
(ii) lim

n→+∞
dR+(fn, f) = 0.

Démonstration.
Elle s’inspire de l’article [62] de W. Whitt. Supposons tout d’abord que la suite de fonctions
(fn)n∈N converge vers la fonction f dans D(R+) au sens de la définition 4.1.3. Cela implique
que, pour presque tout t de R

+, la suite des restrictions des fonctions fn à l’intervalle [0 ; t]
converge vers la restriction de la fonction f à l’intervalle [0 ; t] dans D([0 ; t]), c’est-à-dire que
la suite

(
d[0;t](fn, f)

)

n∈N
tend vers 0. Par convergence dominée, on en déduit donc que la suite

(dR+(fn, f))n∈N
tend vers 0.

Réciproquement, supposons que la suite (dR+(fn, f))n∈N
tend vers 0. On montre alors que,

en tout point t où la fonction f est continue, la suite
(
d[0;t](fn, f)

)

n∈N
tend vers 0. En effet,

soit t0 un point de continuité de f . Comme la suite
(
min{d[0;t0](fn, f), 1}

)

n∈N
est bornée, on

peut en extraire une sous-suite convergente, indicée disons par φ(n). Supposons que cette sous-
suite converge vers un réel ε strictement positif. Alors, par continuité à droite de la fonction
t 7→ d[0;t](fn, f) en t0 (cf. [63] p. 415), on a :

∃η > 0, ∀t ∈ [t0 ; t0 + η[, lim inf
φ(n)→+∞

d[0 ;t](fφ(n), f) > η .

Ceci implique que :
lim inf

φ(n)→+∞
dR+(fφ(n), f) > 0 ,

ce qui est en contradiction avec l’hypothèse selon laquelle la suite (dR+(fn, f))n∈N
tend vers 0.

On en déduit donc que la sous-suite
(
min{d[0;t0](fφ(n), f), 1}

)

n∈N
tend vers 0, ce qui implique

que la sous-suite
(
d[0;t0](fφ(n), f)

)

n∈N
tend vers 0. Comme toute sous-suite tend vers 0, la suite

(
d[0;t0](fn, f)

)

n∈N
tend vers 0.

2

L’espace D(R).

La procédure pour définir la convergence sur cet espace est exactement la même que pour
l’espace D(R+), sauf que les fonctions sont restreintes à des intervalles de la forme [−t ; t]. La
définition précise de la convergence est la suivante.

Définition 4.1.6 Soit (fn)n∈N une suite de fonctions de D(R), et soit f une fonction de D(R).
On dit que la suite (fn)n∈N converge vers la fonction f dans D(R) si, pour tout t positif tel que
t et −t sont des points de continuité de f , la suite des restrictions des fn à l’intervalle [−t ; t]
converge vers la restriction de f à l’intervalle [−t ; t] dans l’espace D([−t ; t]).

De même que dans D(R+), on peut définir une distance sur D(R) qui métrise cette conver-
gence.
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Définition 4.1.7 Soient f et g deux fonctions de D(R). La distance dR entre f et g est définie
par :

dR(f, g) =

∫ +∞

0

e−t min
{
d[−t;t](f, g), 1

}
dt ,

où d[−t;t](f, g) désigne la distance entre les restrictions de f et g à l’intervalle [−t ; t].

L’intégrale qui intervient dans cette définition est bien définie pour les mêmes raisons que
dans le paragraphe précédent. De même, les deux notions de convergence sont équivalentes.

Proposition 4.1.8 Les deux notions de convergence définies ci-dessus sont équivalentes, c’est-
à-dire que, si (fn)n∈N est une suite de fonctions de D(R), et f est une fonction de D(R), les
deux assertions suivantes sont équivalentes :
(i) la suite (fn)n∈N converge vers la fonction f dans D(R),
(ii) lim

n→+∞
dR(fn, f) = 0.

Démonstration.
Elle est semblable à celle de la proposition 4.1.5. Supposons tout d’abord que la suite de fonctions
(fn)n∈N converge vers la fonction f dans D(R) au sens de la définition 4.1.7. Cela implique
que, pour presque tout t de R

+, la suite des restrictions des fonctions fn à l’intervalle [−t ; t]
converge vers la restriction de la fonction f à l’intervalle [−t ; t] dans D([−t ; t]), c’est-à-dire
que la suite

(
d[−t;t](fn, f)

)

n∈N
tend vers 0. Par convergence dominée, on en déduit donc que la

suite (dR(fn, f))n∈N
tend vers 0.

Réciproquement, supposons que la suite (dR(fn, f))n∈N
tend vers 0. On montre alors que, en

tout point t positif tel que t et −t sont des points de continuité de la fonction f , la suite
(
d[−t;t](fn, f)

)

n∈N
tend vers 0. En effet, soit t0 positif tel que t0 et −t0 sont des points de

continuité de f . Comme la suite
(
min{d[−t0;t0](fn, f), 1}

)

n∈N
est bornée, on peut en extraire

une sous-suite convergente, indicée disons par φ(n). Supposons que cette sous-suite converge
vers un réel ε strictement positif. Alors, on peut en déduire que :

∃η > 0, ∀t ∈ [t0 ; t0 + η[, lim inf
φ(n)→+∞

d[−t ;t](fφ(n), f) > η .

Ceci implique que :

lim inf
φ(n)→+∞

dR(fφ(n), f) > 0 ,

ce qui est en contradiction avec l’hypothèse selon laquelle la suite (dR(fn, f))n∈N
tend vers 0.

On en déduit donc que la sous-suite
(
min{d[−t0;t0](fφ(n), f), 1}

)

n∈N
tend vers 0, ce qui implique

que la sous-suite
(
d[−t0;t0](fφ(n), f)

)

n∈N
tend vers 0. Comme toute sous-suite tend vers 0, la

suite
(
d[−t0;t0](fn, f)

)

n∈N
tend vers 0. 2

Nous avons maintenant les espaces adéquats pour étudier le théorème de la limite centrale
pour des processus, ainsi que la topologie adaptée. Nous pouvons donc exposer ce théorème.
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4.1.2 Le théorème de la limite centrale

Dans cette partie, nous nous intéressons au comportement de la moyenne arithmétique d’un
n-échantillon de processus stochastiques, quand n tend vers l’infini. Nous sommes motivés par
le principe de parallélisation des algorithmes, tel que nous l’avons expliqué au chapitre 1.

L’idée d’étudier la moyenne des processus plutôt que le processus lui-même parâıt naturelle,
surtout lorsque l’on s’intéresse au comportement asymptotique de celui-ci ; cependant on ne la
trouve pas fréquemment dans la littérature. À notre connaissance, un des premiers articles qui
traitent de ce sujet est celui de M.G. Hahn [33] en 1978, qui considère des processus de Markov
dont le temps varie continûment de 0 à 1. À la même époque, des travaux ont été effectués
dans un cadre plus général que celui des processus de Markov, notamment par A. Araujo dans
sa thèse [4], et par E. Giné [32]. Le livre d’A. Araujo et E. Giné de 1980 [5] est une référence
très complète sur le sujet. Par la suite, W. Whitt a généralisé les résultats de M.G. Hahn à des
processus dont le temps varie de 0 à +∞. Nous commençons par exposer ces résultats, avant
de les appliquer au problème qui nous intéresse.

La définition suivante est un point de vocabulaire, qui permet d’énoncer de façon concise le
théorème de la limite centrale pour un processus stochastique.

Définition 4.1.9 Soit (Ω,A, P ) un espace probabilisé, soit I un intervalle de R, et soit X un
processus càdlàg sur (Ω,A, P ) tel que, pour tout t appartenant à I, la variable aléatoire réelle
X(t) soit mesurable. On dit que X satisfait le théorème de la limite centrale s’il existe une
variable aléatoire gaussienne Z à valeurs dans D(I) qui est la limite en loi fonctionnelle, dans
D(I), de la suite de variables aléatoires (Zn)n∈N∗, où Zn est définie par :

Zn =
1√
n

n∑

i=1

(Xi − EXi) ,

où X1, X2, ... sont des copies indépendantes de X sur le même espace probabilisé. On appelle
Z le processus gaussien limite de X.

Notons qu’une variable aléatoire gaussienne à valeurs dans D(I) est en fait un processus
gaussien càdlàg au sens habituel.

Considérons maintenant un processus stochastique Y = {Y (t); t > 0} à valeurs réelles, puis
(Yi)i∈N∗ une suite de copies de Y indépendantes. Remarquons que ce cadre général permet de
traiter le cas où le processus Y est l’image d’un processus de Markov. Si X est un processus de
Markov à valeurs dans un espace E, et si ϕ est une fonction définie sur E et à valeurs réelles,
alors le processus ϕ(X) est un processus stochastique à valeurs réelles.

Pour énoncer le résultat de W. Whitt, nous supposons que le processus Y est à valeurs dans
D(R+), c’est-à-dire que ses trajectoires sont des applications càdlàg de R

+ dans R.

Le résultat de [63] (généralisation du résultat de M.G. Hahn dans [33]) s’énonce alors ainsi :
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Théorème 4.1.10 Soit Y un processus stochastique de D(R+). Si, pour tout T de ]0 ; +∞[,
il existe deux fonctions f1 et f2 définies sur [0 ;T ] à valeurs réelles, continues croissantes, un
réel α strictement supérieur à 1/2, et un réel β strictement supérieur à 1 tels que :

E[(Y (u) − Y (s))2] 6 (f1(u) − f1(s))
α ,

et :

E[(Y (u) − Y (t))2(Y (t) − Y (s))2] 6 (f2(u) − f2(t))
β ,

pour 0 6 s 6 t 6 u 6 T , avec u − s 6 1, alors Y satisfait le théorème de la limite centrale.
Le processus limite Z est un processus gaussien centré, dont la fonction de covariance est celle
de Y .

Si le processus échantillonné est un processus de Markov, le théorème 4.1.10 prend une forme
plus simple, que nous allons donner ci-dessous.

Rappelons la définition du supremum essentiel d’une variable aléatoire réelle U :

ess sup(U) = inf {c ∈ R ; P (U > c) = 0} .

Le théorème 4.1.10 s’énonce alors de la façon suivante.

Théorème 4.1.11 Soit X un processus de Markov de D(R+). Si, pour tout T de ]0 ; +∞[,
il existe une fonction f1 définie sur [0 ;T ] à valeurs réelles, continue croissante, et un réel α
strictement supérieur à 1/2, tels que :

ess sup E[(X(t) −X(s))2|X(s)] 6 (f1(t) − f1(s))
α ,

pour 0 6 s 6 t 6 T , avec t − s 6 1, alors Y satisfait le théorème de la limite centrale. Le
processus limite Z est un processus gaussien centré, dont la fonction de covariance est celle de
X.

Comme premier corollaire du théorème 4.1.10, M.G. Hahn a remarqué que les processus de
Markov à espace d’états fini vérifient automatiquement les hypothèses.

Corollaire 4.1.12 Si X est un processus de Markov admettant un nombre fini d’étatset à taux
de sauts bornés, alors les hypothèses du théorème 4.1.11 sont vérifiées avec pour f1 une fonction
constante et α valant 1, de sorte que le processus X satisfait le théorème de la limite centrale.

Ce corollaire est utile dans la pratique, comme nous allons le voir dans les exemples de la
partie suivante.
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4.1.3 Exemples

Le processus binaire.

Le processus échantillonné est un processus de Markov à deux états : 0 et 1. Le taux de
transition de 0 à 1 est α et le taux de transition de 1 à 0 est ρ − α. De la partie 3.3.1 du
chapitre 3, nous pouvons déduire que la loi de X à l’instant t est une loi de Bernoulli de
paramètre m(t), où m est la fonction définie par :

m(t) =
α

ρ

(
1 − e−ρt

)
.

Et la loi stationnaire du processus est la loi de Bernoulli de paramètre θ, avec :

θ =
α

ρ
.

Considérons maintenant une suite (Xi)i∈N∗ de processus de Markov de même loi que X et
indépendants. Pour n entier, soit Mn le processus moyen, défini de la façon suivante :

∀t > 0, Mn(t) =
1

n

n∑

i=1

Xi(t) .

Le corollaire 4.1.12 affirme qu’il existe un processus gaussien Z centré et de même fonction de
covariance que X tel que :

√
n (Mn −m) −−−−→

n→+∞
Z dans D(R+) .

Ce résultat a déjà été utilisé, notamment par C. Paroissin dans sa thèse [43] en 2002. Il
s’intéressait à démontrer un théorème de la limite centrale pour le temps d’atteinte d’un niveau
par le processus Mn, et le théorème de la limite centrale ci-dessus constituait la première étape
de son étude.

La file d’attente M/M/∞.

Nous considérons ici un processus de Markov dont l’espace d’états est N, et dont le taux
de transition de i à i + 1 est α pour tout i, et le taux de transition de i à i − 1 est iρ (cf.
partie 3.3.2 du chapitre 3).

Nous avons vu que la fonction génératrice Ψt de X(t) est connue (cf. [51] p. 142) ; pour tout
u de l’intervalle [0 ; 1], la fonction Ψt est définie par :

Ψt(u) =
(
1 + (u− 1)e−ρt

)x0
exp

(
α

ρ

(
1 − e−ρt

)
(u− 1)

)

,

ce qui permet de déterminer l’espérance de la variable aléatoire X(t), que l’on note m(t) :

m(t) =
α

ρ
+

(

x0 −
α

ρ

)

e−ρt .
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Soient maintenant X1, ..., Xn n copies indépendantes du processus X, qui partent toutes de
l’entier x0. Soit Mn leur moyenne empirique :

Mn(t) =
1

n

n∑

i=1

Xi(t) .

Proposition 4.1.13 Le processus X satisfait le théorème de la limite centrale, c’est-à-dire qu’il
existe un processus gaussien Z tel que la suite de processus

(√
n(Mn −m)

)

n∈N∗

converge, dans D(R+), vers le processus Z quand n tend vers l’infini. De plus, si l’on note B
le mouvement brownien standard et h la fonction définie sur R

+ par :

h(t) = 2α + ρ

(

x0 −
α

ρ

)

e−ρt ,

alors Z est défini pour tout t positif par :

Z(t) =

∫ t

0

e−ρ(t−s)
√

h(s) dB(s) .

Si x0 = α/ρ, alors la fonction m est constante égale à α/ρ, et le processus limite Z est un

processus d’Ornstein-Uhlenbeck partant de 0, de paramètres ρ et
√

α
ρ
.

Démonstration.
Il suffit de remarquer que le processus nMn est lui-même un processus qui représente le nombre
de clients dans une file d’attente M/M/∞ dans laquelle le processus d’arrivée des clients est
un processus de Poisson d’intensité nα, et les durées de service sont inchangées. Le théorème
de la limite centrale pour de telles files d’attente ([51] p. 155) permet de conclure. 2

Notons que sur cet exemple, le théorème de la limite centrale (proposition 4.1.13) est vrai,
alors que le théorème 4.1.11 dû à W. Whitt ne s’applique pas. En effet, pour t supérieur ou
égal à s, l’espérance de (X(t)−X(s))2 sachant X(s) est calculable, et son supremum essentiel
est infini. Cet exemple illustre donc la limite d’utilisation du théorème 4.1.11. Dans la partie
suivante, nous allons voir qu’il s’applique néanmoins à une famille très générale de processus :
les châınes de Markov harmonisées.

4.1.4 Le cas particulier des châınes harmonisées

L’harmonisation est une technique qui permet de passer d’une châıne de Markov à temps
discret à un processus de Markov (à temps continu). Cette technique est décrite dans le livre [67]
de B. Ycart (chapitre 5, p. 179 sq.). L’idée est de construire un processus de saut dont les
sauts sont ceux de la châıne de départ, mais espacés selon un processus de Poisson d’intensité
constante, indépendant de la châıne.
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Définition 4.1.14 Soit (Xn)n∈N une châıne de Markov d’espace d’états E. Soit λ un réel
strictement positif, et soit (Nt)t∈R+ un processus de Poisson d’intensité λ, indépendant de
(Xn)n∈N. On appelle châıne de Markov harmonisée le processus (X(t))t∈R+ défini par :

∀t ∈ R
+, X(t) = XNt .

Sous une condition concernant les sauts de la châıne (Xn)n∈N, le processus X vérifie le
théorème de la limite centrale.

Proposition 4.1.15 Soit (Xn)n∈N une châıne de Markov d’espace d’états E inclus dans R. S’il
existe un réel σ strictement positif tel que la châıne (Xn)n∈N vérifie :

∀n ∈ N, ess sup E[(Xn+1 − Xn)
2|Xn] 6 σ2 ,

alors la châıne de Markov harmonisée (X(t))t∈R+ satisfait le théorème de la limite centrale.

Démonstration.
Nous allons utiliser le théorème 4.1.11. Montrons que la châıne de Markov harmonisée en vérifie
les hypothèses. Soient t > 0 et s > 0 deux réels tels que 0 6 t− s 6 1.

E[(X(t) −X(s))2|X(s)] = E[(XNt − XNs)
2|XNs]

=
+∞∑

n=0

E[(XNt − XNs)
2

I{Nt−Ns=n}|XNs]

=
+∞∑

n=0

P (Nt −Ns = n) E[(XNs+n − XNs)
2|XNs]

par indépendance de Nt −Ns avec (Ns,XNs).

Écrivons XNs+n − XNs sous la forme :

XNs+n − XNs =
n−1∑

i=0

(XNs+i+1 − XNs+i) .

L’inégalité de Cauchy-Schwarz donne alors :

E[(XNs+n − XNs)
2|XNs] 6 n

n−1∑

i=0

E[(XNs+i+1 − XNs+i)
2|XNs]

= n
n−1∑

i=0

E[E[(XNs+i+1 − XNs+i)
2|XNs,XNs+i]|XNs] .

car la tribu engendrée par XNs est incluse dans la tribu engendrée par XNs et XNs+i. Par la
propriété de Markov, nous obtenons ensuite :

E[(XNs+n − XNs)
2|XNs] 6 n

n−1∑

i=0

E[E[(XNs+i+1 − XNs+i)
2|XNs+i]|XNs].
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Or par hypothèse nous avons :

∀i ∈ {0, ..., n− 1}, E[(XNs+i+1 − XNs+i)
2|XNs+i] 6 σ2 .

Nous obtenons donc :

ess sup E[(XNs+n − XNs)
2|XNs] 6 n2σ2 .

D’où :

ess sup E[(X(t) −X(s))2|X(s)] 6 σ2

+∞∑

n=0

n2 P (Nt −Ns = n)

= σ2 E[(Nt −Ns)
2]

= σ2
(
λ(t− s) + λ2(t− s)2

)

car Nt −Ns suit la loi de Poisson de paramètre λ(t− s) ,

6 σ2 (λ+ λ2) (t− s) puisque t− s 6 1 .

Le théorème 4.1.11 est donc vérifié, avec α = 1 et la fonction f1 définie par :

∀t ∈ R, f1(t) = σ2(λ+ λ2)t .

2

Application aux algorithmes stochastiques.

Le résultat de la proposition 4.1.15 permet de traiter le cas d’un certain nombre des algo-
rithmes MCMC que nous avons décrits au chapitre 1. Prenons l’exemple de l’algorithme de
Hastings-Metropolis. Il a pour but de simuler une valeur tirée suivant la loi de densité f sur un
espace E. Prenons ici E = R pour rester dans le cadre précédent. Nous avons vu au chapitre 1
que la châıne de Markov sous-jacente à cet algorithme avait la forme suivante :

∀n ∈ N, Xn+1 = Xn +HnIAn ,

où :
• (Hn)n∈N est une suite de variables aléatoires indépendantes et de même loi, de densité p

et indépendantes de (Xn)n∈N,
• (An)n∈N est la suite des événements “acceptation”, dans le sens où An est l’événement

sur lequel l’algorithme accepte le pas proposé Xn +Hn :

An = {ρn > 1} ∪ {ρn < 1 et Un < ρn} ,

où (Un)n∈N est une suite de variables aléatoires indépendantes et de même loi uniforme
sur [0 ; 1], et ρn est défini par :

ρn =
f(Xn +Hn)

f(Xn)
.
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La châıne de Markov a donc une forme additive, et le terme additionné est le produit d’une
variable aléatoire indépendante de la châıne par une indicatrice. Dans ce cas, la proposition
suivante donne le théorème de la limite centrale pour la châıne harmonisée.

Proposition 4.1.16 Soit (Xn)n∈N une châıne de Markov définie par :

∀n ∈ N, Xn+1 = Xn +HnIn ,

où (Hn)n∈N est une suite de variables aléatoires indépendantes et de même loi possédant
un moment d’ordre 2 et indépendantes de (Xn)n∈N, et (In)n∈N est une suite de variables
aléatoires bornées presque sûrement. Alors la châıne de Markov harmonisée de (Xn)n∈N sa-
tisfait le théorème de la limite centrale.

Démonstration.
Soit M un réel positif tel que : |In| 6 M p.s. On a alors :

|Xn+1 − Xn|2 6 M2H2
n p.s.,

et par indépendance de Hn avec Xn, nous obtenons :

E[|Xn+1 − Xn|2|Xn] 6 M2E[H2
n] p.s.

Les variables aléatoires Hn sont toutes de même loi, donc E[H2
n] ne dépend pas de n, et ainsi

la châıne (Xn)n∈N vérifie les hypothèses de la proposition 4.1.15. 2

Dans le cas de l’algorithme de Hastings-Metropolis, il suffit donc que les variables aléatoires
Hn aient un moment d’ordre 2 pour que la châıne harmonisée satisfasse le théorème de la limite
centrale.

Bien que cette forme additive de châıne de Markov paraisse très particulière, elle n’en reste
pas moins un cadre rencontré très souvent en pratique.

À ce stade, nous disposons donc d’un théorème de la limite centrale pour les processus de
Markov, qui permet de rapporter l’étude asymptotique du processus moyen d’un échantillon à
celle d’un processus gaussien. Comme dans le chapitre 2, nous souhaitons maintenant étudier
le temps d’atteinte d’un niveau fixé par le processus moyen de l’échantillon. Dans la partie
suivante, nous allons voir comment relier ce temps d’atteinte au temps d’atteinte d’une barrière
par le processus gaussien limite, puis nous étudierons plus généralement les temps d’atteinte de
barrières par des processus gaussiens.

4.2 Temps d’atteinte

Dans le chapitre 2 sur le processus d’Ornstein-Uhlenbeck, nous avons vu que le temps d’at-
teinte d’un niveau par la moyenne empirique de l’échantillon fournissait une bonne approximation
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de l’instant de cutoff, ainsi qu’un estimateur du paramètre inconnu ρ correspondant au taux de
la convergence du processus échantillonné. Dans le cas général des processus exponentiellement
convergents, nous souhaitons entreprendre la même démarche. Le théorème de la limite centrale
tel que nous l’avons explicité dans la partie précédente permet d’étudier le comportement de la
moyenne empirique de l’échantillon.

Soit X un processus de Markov à valeurs dans un espace E qui converge vers sa mesure
stationnaire ν. Soit ϕ une fonction définie sur E et à valeurs réelles. Notons m(t) l’espérance de
ϕ (X(t)). Soit (X1, . . . , Xn) un n-échantillon de ce processus. La moyenne empirique de l’image
de l’échantillon par ϕ est définie par :

Mn(t) =
1

n

n∑

i=1

ϕ (Xi(t)) .

Nous souhaitons étudier le temps d’atteinte par ce processus d’un certain niveau fixé. Soit a
ce niveau (a ∈ R). Nous notons T n

a le temps d’atteinte de a par le processus Mn :

T n
a = inf{t > 0 ; Mn(t) = a} .

Nous avons vu au chapitre 2 que le niveau a à atteindre était l’espérance de la loi stationnaire :

a =

∫

E

ϕ dν = νϕ .

Dans la partie 4.1 nous avons vu dans le théorème 4.1.10 que, sous certaines conditions, il
existait un processus gaussien centré Z de même fonction de covariance que les ϕ(Xi) tel que
la convergence suivante ait lieu dans D(R+) :

√
n (Mn(t) −m(t)) −−−−→

t→+∞
Z(t) .

Comme au chapitre 2, nous aimerions démontrer que T n
a (éventuellement renormalisé) converge

en loi quand n tend vers l’infini, et, si possible, identifier sa limite. Pour cela, nous sommes tentés
d’écrire :

T n
a = inf{t > 0 ; Mn(t) = a}

= inf{t > 0 ;
√
n (Mn(t) −m(t)) =

√
n (a−m(t))} .

Si l’on définit le temps d’atteinte τ n
a par :

τn
a = inf{t > 0 ; Z(t) =

√
n (a−m(t))} ,

on a envie de dire que T n
a et τn

a ont le même comportement quand n tend vers l’infini. Ensuite,
comme le processus Z est gaussien, il est possible d’utiliser des résultats déjà existants pour avoir,
si ce n’est le comportement exact de τ n

a quand n tend vers l’infini, au moins une approximation.
Nous avons donc deux étapes à franchir :
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– montrer que T n
a et τn

a ont le même comportement asymptotique ;
– déterminer le comportement asymptotique de τ n

a .

À ce jour, nous n’avons pas réussi à démontrer la première étape. Pourtant, cette question
semble se rapprocher d’un problème semblable, résolu par C. Paroissin et B. Ycart dans l’ar-
ticle [44]. En effet, ils s’intéressent aussi dans cet article au temps d’atteinte d’un niveau fixé
par le processus moyen ; toute la différence réside dans le niveau choisi. Nous souhaitons prendre
comme niveau l’espérance de la loi stationnaire, qui est aussi la limite de la fonction m en +∞,
alors que dans l’article [44] le niveau est un réel atteint par m en un temps fini.

Quant au second point, nous avons une réponse partielle, qui nous semble être un démarrage
intéressant au vu des résultats satisfaisants qu’il apporte dans plusieurs cas particuliers.

Il s’agit d’utiliser un théorème démontré par J. Durbin en 1985 ([25]), qui fournit une ap-
proximation de la densité du temps d’atteinte par un processus gaussien d’un niveau fixé. Nous
énonçons ce théorème avant de voir comment l’utiliser.

Théorème 4.2.1 Soit (Yt)t>0 un processus gaussien continu centré de fonction de covariance
K. Soit p la densité du temps de premier passage de la frontière φ (φ est une fonction de t)
“venant d’en bas”. Les hypothèses sont les suivantes :

• (H1) pour tout t > 0, la fonction frontière φ est continue en t et dérivable à gauche en t ;
• (H2) la fonction de covariance K est définie positive et ses dérivées partielles premières

sont continues sur l’ensemble {(s, t) ∈ R
+ ; 0 6 s 6 t}, avec les dérivées à gauche ou à

droite adéquates en s = 0 et s = t ;
• (H3) la variance de l’incrément Yt − Ys satisfait la condition :

lim
s↗t

Var(Yt − Ys)

t− s
= λt ,

avec 0 < λt <∞, ce qui est équivalent à :

lim
s↗t

[
∂K(s, t)

∂s
− ∂K(s, t)

∂t

]

= λt ,

avec 0 < λt <∞.
Alors la fonction p est donnée par :

∀ t > 0, p(t) = b(t)f(t) ,

où :

f(t) =
1

√

2πK(t, t)
exp

(

− φ2(t)

2K(t, t)

)

,

et :

b(t) = lim
s↗t

1

t− s
E [I(s, Y )(φ(s) − Y (s))|Y (t) = φ(t)] ,
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avec :

I(s, Y ) =

{
1 si la trajectoire ne traverse pas la frontière avant s,
0 sinon.

Cette formule pour p pose cependant un problème : celui du calcul de la fonction b, qui est
difficile en général. Pour y remédier, J. Durbin ([25]) donne une approximation de p, obtenue
en supprimant l’indicatrice dans la fonction b. C’est le théorème suivant.

Théorème 4.2.2 Les notations sont celles du théorème 4.2.1. Supposons que les hypothèses
(H1), (H2) et (H3) sont vérifiées. Soit b1 la fonction définie pour tout t > 0 par :

b1(t) = lim
s↗t

1

t− s
E [φ(s) − Y (s)|Y (t) = φ(t)]

=
φ(t)

K(t, t)

∂K(s, t)

∂s

∣
∣
∣
∣
s=t

− φ′(t) .

Soit p1 la fonction définie pour tout t > 0 par :

p1(t) = b1(t)f(t) .

Alors p1 est une approximation de p qui est exacte à la limite quand la frontière s’éloigne à
l’infini.

Dans son article, J. Durbin montre que cette approximation est en fait exacte dans l’exemple
du premier temps de passage d’un mouvement brownien à une frontière affine. Soit en effet B
un mouvement brownien standard. Soit T son premier temps de passage de la droite d’équation
y = At + C, où C est positif (cette condition permet d’assurer que le mouvement brownien
atteint la barrière en venant d’en bas) :

T = inf{t > 0 ; B(t) = At+ C} .

La fonction de covariance du mouvement brownien est donnée par :

∀(s, t), K(s, t) = min(s, t) .

Le calcul de b1 donne alors :

b1(t) =
C

t
,

et celui de f :

f(t) =
1√
2πt

exp

(

−(At + C)2

2t

)

.

Nous en déduisons donc que :

p1(t) =
C

t
√

2πt
exp

(

−(At + C)2

2t

)

,
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ce qui correspond à la formule que l’on peut trouver dans la littérature ([28] Chap. VI p. 175).
Remarquons que si C est négatif, il suffit d’écrire T sous la forme :

T = inf{t > 0 ; −B(t) = −At− C} .

Comme −B est aussi un mouvement brownien standard, nous pouvons refaire le raisonnement
qui précède. Pour C quelconque, nous obtenons donc :

p1(t) =
|C|

t
√

2πt
exp

(

−(At + C)2

2t

)

. (4.2.1)

Notons que cette formule permet aussi de retrouver la densité exacte du temps d’atteinte de
zéro par le processus d’Ornstein-Uhlenbeck, que nous avons rappelée dans la proposition 2.3.1
du chapitre 2. En effet, le processus d’Ornstein-Uhlenbeck peut s’écrire comme un mouvement
brownien changé de temps, grâce à la transformation de Doob (voir [2] par exemple). Soit X un
processus d’Ornstein-Uhlenbeck partant de x0, de paramètres ρ et σ (définition 2.1.1). Il existe
alors un mouvement brownien standard B tel que :

∀t > 0, X(t) = e−ρt
(

x0 + σ
√

2ρB(τ(t))
)

,

où τ est la fonction définie par :

τ(t) =
1

2ρ

(
e2ρt − 1

)
.

Soit alors T0 le temps d’atteinte de zéro par le processus d’Ornstein-Uhlenbeck :

T0 = inf{t > 0 ; X(t) = 0} .

Nous pouvons alors en déduire que :

T0 = inf

{

t > 0 ; B(τ(t)) = − x0

σ
√

2ρ

}

,

ce qui signifie que :

τ(T0) = inf

{

t > 0 ; B(t) = − x0

σ
√

2ρ

}

.

La formule (4.2.1) donne ainsi la densité pτ(T0) de la variable aléatoire τ(T0) :

pτ(T0)(t) =
|x0|

2σt
√
πρt

exp

(

− x2
0

4ρσ2t

)

.

Ensuite, comme la fonction τ est bijective, nous en déduisons la densité pT0 de la variable
aléatoire T0 :

pT0(t) =
|x0|

2σ
√
πρ

(
ρ

sinh(ρt)

) 3
2

exp

(

− x2
0 e

−ρt

4σ2 sinh(ρt)
+
ρt

2

)

,
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qui correspond à la formule de la proposition 2.3.1.

En conclusion, l’expression approchée de J. Durbin est plutôt séduisante. Cependant, dans le
cas général, nous ne disposons pas d’estimation de l’erreur entre l’approximation fournie et la
densité exacte. Ainsi la qualité de l’approximation n’est pas quantifiée.

Dans la section suivante, nous allons mettre cette approximation en oeuvre sur les exemples
que nous avons déjà abordés dans la partie 4.1.3 : le processus binaire et la file M/M/∞.

4.2.1 Exemples

Le processus binaire.

Nous reprenons ici les notations utilisées dans la partie 4.1.3. Le processus binaire est le
processus à deux états 0 et 1, avec le taux de transition de 0 à 1 égal à α, et le taux de
transition de 1 à 0 égal à ρ − α. Nous avons montré que si (X1, . . . , Xn) est un n-échantillon
de processus binaires, alors la moyenne empirique Mn définie par :

Mn(t) =
1

n

n∑

i=1

Xi(t) ,

vérifie le théorème de la limite centrale :
√
n (Mn −m) −−−−→

n→+∞
Z dans D(R+) ,

avec :
m(t) =

α

ρ

(
1 − e−ρt

)
.

De plus, le processus Z est gaussien centré. Sa fonction de covariance est notée K, elle est
égale à celle d’un des processus Xi, que l’on peut calculer.

Proposition 4.2.3 La fonction de covariance K du processus binaire est donnée par :

∀s 6 t, K(s, t) =
α

ρ2
(α+ (ρ− α)eρs)

(
1 − e−ρs

)
e−ρt .

Démonstration.
Rappelons que l’on a calculé dans la partie 3.3.1 le semi-groupe de transition P du processus :

∀t > 0, P (t) =
1

ρ

(
ρ− α α
ρ− α α

)

+
e−ρt

ρ

(
α −α

−ρ + α ρ− α

)

.

Nous pouvons donc écrire l’espérance du produit de X(s) par X(t) pour s 6 t (l’indice 0
rappelle que X(0) = 0) :

Eo(X(s)X(t)) = Po(X(t) = 1, X(s) = 1)

= Po(X(t) = 1|X(s) = 1)Po(X(s) = 1)

= P (X(t− s) = 1|X(0) = 1)Po(X(s) = 1)

=
α

ρ2

(
α + (ρ− α)e−ρ(t−s)

) (
1 − e−ρs

)
.
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Ensuite il suffit d’écrire :

K(s, t) = Eo(X(s)X(t)) − Eo(X(s))Eo(X(t)) ,

pour en déduire la formule annoncée. 2

Rappelons que l’on s’intéresse à l’étude du temps d’atteinte τ n
a défini par :

τn
a = inf{t > 0 ; Z(t) =

√
n (a−m(t))} ,

où l’on voudrait que a soit l’espérance de la loi stationnaire du processus. Ici la loi stationnaire
est la loi de Bernoulli de paramètre α

ρ
; donc son espérance vaut α

ρ
. Désormais nous allons donc

considérer :

a =
α

ρ
.

Il reste finalement à vérifier les hypothèses du théorème 4.2.2 pour pouvoir l’appliquer. Les
hypothèses (H1) et (H2) sont vérifiées. Pour (H3), un calcul montre que :

lim
s↗t

[
∂K(s, t)

∂s
− ∂K(s, t)

∂t

]

=
α

ρ

(
2(ρ− α) + (2α− ρ)e−ρt

)
,

et cette fonction de t est strictement positive quels que soient α et ρ.

Nous pouvons maintenant calculer la densité approchée pτn
α/ρ

,1(t) de la variable aléatoire τn
α/ρ

par la formule du théorème 4.2.2 (le 1 en indice rappelle que pτn
α/ρ

,1 n’est pas la densité exacte

de τn
α/ρ). Nous obtenons :

pτn
α/ρ

,1(t) = ρ

√
nα

2π

(

2(ρ− α) + (2α− ρ)e−ρt

(1 − e−ρt)
3
2 (ρ− α + αe−ρt)

3
2

)

exp

(

−ρt− nαe−2ρt

2 (1 − e−ρt) (ρ− α + αe−ρt)

)

.

Soit τ̃n
α/ρ une variable aléatoire de loi de densité pτn

α/ρ
,1. Nous en déduisons alors la convergence

en loi de la variable aléatoire τ̃ n
α/ρ renormalisée :

Proposition 4.2.4 Soit Vn la renormalisation suivante de la variable aléatoire τ n
α/ρ :

Vn = ρ

(

τ̃n
α/ρ −

log(n)

2ρ
− 1

2ρ
log

(
α

2(ρ− α)

))

.

Quand n tend vers l’infini, la variable aléatoire Vn converge en loi vers la loi de densité g sur R,
avec :

g(t) =
2√
π

exp
(
−t− e−2t

)
.
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Démonstration.
La densité de Vn au point t est donnée par :

vn(t) =
1

ρ
pτn

α/ρ
,1

(
t

ρ
+

log(n)

2ρ
+

1

2ρ
log

(
α

2(ρ− α)

))

.

Un calcul montre que, pour tout t :

lim
n→+∞

1

ρ
pτn

α/ρ
,1

(
t

ρ
+

log(n)

2ρ
+

1

2ρ
log

(
α

2(α− ρ)

))

= g(t) .

Ensuite, le lemme de Scheffé (lemme 2.3.3) permet de conclure que la variable aléatoire Vn

converge en loi vers une variable aléatoire de densité g. 2

Comme conséquence de la proposition 4.2.4, nous pouvons déduire la convergence en proba-
bilité suivante pour τ̃n

α/ρ :
τ̃n
α/ρ

log(n)
2ρ

−−−→
n→∞

1 en probabilité .

La file d’attente M/M/∞.

Nous reprenons ici les notations utilisées dans la partie 4.1.3. Le processus qui correspond à
la file M/M/∞ est le processus d’espace d’états N, qui part d’un entier x0, avec le taux de
transition de i à i + 1 égal à α, et le taux de transition de i + 1 à i égal à ρ(i + 1). Nous
avons montré dans la proposition 4.1.13 que si (X1, . . . , Xn) est un n-échantillon de processus
M/M/∞, alors la moyenne empirique Mn définie par :

Mn(t) =
1

n

n∑

i=1

Xi(t) ,

vérifie le théorème de la limite centrale :

√
n (Mn −m) −−−−→

n→+∞
Z dans D(R+) ,

avec :

m(t) =
α

ρ
+

(

xo −
α

ρ

)

e−ρt .

De plus, le processus Z est gaussien centré. Sa fonction de covariance est notée K, elle est
égale à celle d’un des processus Xi, que l’on peut calculer.

Proposition 4.2.5 La fonction de covarianceK du processus associé à la file d’attenteM/M/∞
est donnée par :

∀s 6 t, K(s, t) =
α

ρ
e−ρ(t−s) +

(

xo −
α

ρ

)

e−ρt − x2
0e

−ρ(t+s) .
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Démonstration.
Pour s 6 t, nous cherchons à évaluer l’espérance du produit X(s)X(t) (l’indice x0 rappelle que
X(0) = x0) :

Ex0(X(s)X(t)) = Ex0 [Ex0(X(s)X(t)|X(s))]

= Ex0 [X(s) Ex0(X(t)|X(s))] .

Soit x ∈ N. Par homogénéité, nous avons :

Ex0(X(t)|X(s) = x) = E(X(t− s)|X(0) = x) .

Or d’après [51] p. 142, la fonction génératrice de X(t) sachant X(0) = x est donnée par :

Ψt(u) = (1 + (u− 1)e−µt)x exp

(
α

ρ

(
1 − e−ρt

)
(u− 1)

)

.

Comme Ψ
′

t(1) = E(X(t)|X(0) = x), nous en déduisons que :

E(X(t)|X(0) = x) = ρ(1 − e−ρt) + xe−ρt .

Nous obtenons alors :

Ex0(X(t)|X(s)) = ρ(1 − e−ρ(t−s)) +X(s)e−ρ(t−s) .

Ensuite l’espérance du produit X(s)X(t) vaut :

Ex0(X(s)X(t)) = Ex0 [X(s)
α

ρ
(1 − e−ρ(t−s)) +X(s)2e−ρ(t−s)]

=
αm(s)

ρ
(1 − e−ρ(t−s)) + e−ρ(t−s)Ex0

(
X(s)2

)
.

Le calcul de Ex0 (X(s)2) se fait en utilisant la dérivée seconde de Ψs en 1. En effet nous avons :

Ψ
′′

s(1) = Ex0 (X(s)(X(s) − 1)) ,

d’où :
Ex0

(
X(s)2

)
= Ψ

′′

s (1) +m(s) .

Après calcul, nous obtenons :

Ex0

(
X(s)2

)
=
α

ρ

(
α

ρ
− 2x0

)

e−2ρs +

(
2α

ρ
+ 1

)(

x0 −
α

ρ

)

e−ρs + ρ

(

1 +
α

ρ

)

.

Nous obtenons ensuite l’expression de Ex0(X(s)X(t)), puis celle de K, pour s 6 t :

K(s, t) = Ex0(X(s)X(t)) − Ex0(X(s)) Ex0(X(t))

=
α

ρ
e−ρ(t−s) +

(

xo −
α

ρ

)

e−ρt − x2
0e

−ρ(t+s) .
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2

Rappelons que l’on s’intéresse à l’étude du temps d’atteinte τ n
a défini par :

τn
a = inf{t > 0 ; Z(t) =

√
n (a−m(t))} ,

où l’on voudrait que a soit l’espérance de la loi stationnaire du processus. Ici la loi stationnaire
est la loi de Poisson de paramètre α

ρ
; donc son espérance vaut α

ρ
. Désormais nous allons donc

considérer :
a =

α

ρ
.

Il reste finalement à vérifier les hypothèses du théorème 4.2.2 pour pouvoir l’appliquer. Les
hypothèses (H1) et (H2) sont vérifiées. Pour (H3), un calcul montre que :

lim
s↗t

[
∂K(s, t)

∂s
− ∂K(s, t)

∂t

]

= 2α+ ρ

(

xo −
α

ρ

)

e−ρt ,

et cette fonction de t est strictement positive quels que soient α et ρ.

Nous pouvons maintenant calculer la densité approchée pτn
α/ρ

,1(t) de la variable aléatoire τn
α/ρ

par la formule du théorème 4.2.2. Nous obtenons :

pτn
α/ρ

,1(t) = −√
n(xo −

α

ρ
)e−ρt

(

2α+ ρ(xo − α
ρ
)e−ρt

α
ρ

+ (xo − α
ρ
)e−ρt

)

× 1√
2π

1
√

α
ρ

+ (xo − α
ρ
)e−ρt

exp

(

−
n(xo − α

ρ
)2e−2ρt

2(α
ρ

+ (xo − α
ρ
)e−ρt)

)

.

Soit τ̃n
α/ρ une variable aléatoire de loi de densité pτn

α/ρ
,1. Nous en déduisons alors la convergence

en loi de la variable aléatoire τ̃ n
α/ρ renormalisée :

Proposition 4.2.6 Soit Wn la renormalisation suivante de la variable aléatoire τ̃ n
α/ρ :

Wn = ρ

(

τ̃n
α/ρ −

log(n)

2ρ
+

1

2ρ
log

(
2α
ρ

(xo − α
ρ
)2

))

.

Quand n tend vers l’infini, la variable aléatoire Wn converge en loi vers la loi de densité g sur
R, avec :

g(t) =
2√
π

exp
(
−t− e−2t

)
.

Démonstration.
La densité de Wn au point t est donnée par :

wn(t) =
1

ρ
pτn

α/ρ
,1

(

t

ρ
+

log(n)

2ρ
− 1

2ρ
log

(
2α
ρ

(xo − α
ρ
)2

))

.
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Un calcul simple montre que, pour tout t :

lim
n→+∞

1

ρ
pτn

α/ρ
,1

(

t

ρ
+

log(n)

2ρ
− 1

2ρ
log

(
2α
ρ

(xo − α
ρ
)2

))

= g(t) .

Ensuite, le lemme de Scheffé (lemme 2.3.3) permet de conclure que la variable aléatoire Wn

converge en loi vers une variable aléatoire de densité g. 2

Notons que la loi limite du temps d’atteinte renormalisé est la même dans les trois exemples
que nous avons traités. Ce n’est pas surprenant dans la mesure où les trois processus se res-
semblent : ce sont des processus exponentiellement convergents (définition 3.2.1). Dans ces
trois exemples, l’espérance du processus à l’instant t est une exponentielle décroissante, et les
fonctions de covariance se ressemblent aussi. Il serait pourtant intuitif de penser que la cova-
riance influe sur le temps d’atteinte. En effet, le processus gaussien Z devrait atteindre plus vite
la barrière si sa fonction de covariance a une grande amplitude que si elle varie peu. C’est un de
nos objectifs à venir d’étudier des processus d’autres types pour illustrer cette intuition.





Conclusion et perspectives

Dans cette thèse, nous sommes partis d’un problème de détection de la convergence de
méthodes MCMC : comment déterminer empiriquement l’instant où l’algorithme a atteint son
régime stationnaire. Pour cela nous nous sommes intéressés à un échantillon d’algorithmes plutôt
qu’à un seul. Ensuite nous avons fait le lien avec le phénomène de cutoff, qui se montre très utile
dans la détermination d’instants d’arrêt d’algorithmes. Cependant, l’expression de l’instant de
cutoff fait intervenir un paramètre inconnu qui mesure la vitesse de convergence de l’algorithme
vers sa mesure stationnaire. Il est alors nécessaire de l’estimer. Dans cette prespective, nous
avons introduit le temps d’atteinte d’un niveau par la moyenne arithmétique d’une fonction de
l’échantillon. Nous avons alors étudié les propriétés asymptotiques de cette variable aléatoire
pour en déduire le comportement de l’estimateur. Au fur et à mesure du cheminement de notre
raisonnement, nous avons cependant laissé des questions en suspens, qui méritent d’être reprises.

Au chapitre 3, plusieurs généralisations sont possibles, et elles font l’objet de l’article [7] avec
J. Barrera et B. Ycart, qui est terminé et qui sera soumis d’ici quelques semaines. Nous pouvons
tout d’abord étudier le phénomène de cutoff pour des échantillons de processus non markoviens,
pourvu qu’ils aient toujours la propriété de convergence exponentielle vers leur loi stationnaire.
Nous pouvons aussi supposer que les taux des convergences de chacun des processus margi-
naux sont différents. Enfin, il est aussi possible de montrer que le phénomène de cutoff survient
également dans le cas où la vitesse de convergence du processus échantillonné est une fonction
produit d’un polynôme par une exponentielle décroissante.

Dans le chapitre 4, plusieurs voies sont ouvertes ; en plus de comprendre le passage du temps
d’atteinte par la moyenne au temps d’atteinte par le processus limite, nous pourrons étudier
plus précisément l’approximation de J. Durbin. En effet, nous avons vu, dans le cas particulier
du processus d’Ornstein-Uhlenbeck, que le temps d’atteinte d’un niveau fixe par ce processus
se ramène, par un changement de temps, au temps d’atteinte d’une barrière affine par le mou-
vement brownien standard. Cette idée devrait permettre d’étudier une large famille de temps
d’atteinte, concernant les processus obtenus comme mouvements browniens changés de temps.

Enfin, il parâıt incontournable de comparer le phénomène de cutoff avec d’autres moyens
de détection de la convergence de processus. Le premier qui vient à l’esprit est le couplage du
processus partant d’un réel fixé avec un processus de même noyau de transition, mais partant de
la loi stationnaire. Il est alors classique (cf. [40]) de voir que la distance en variation totale entre
les lois des deux processus est majorée par la fonction de survie du temps de couplage. Sur les
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n-échantillons de processus exponentiellement convergents de taux ρ, on peut donc montrer que
le temps de couplage est en log(n)/ρ, c’est-à-dire le double de l’instant de cutoff. Comprendre
cette comparaison représente un objectif de recherches futures.
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[32] E. Giné. On the central limit theorem for sample continuous processes. Ann. Probab., 2:
619–641, 1974.

[33] M.G. Hahn. Central limit theorems in D[0, 1]. Z. Wahrsch. Verw. Gebiete, 44: 89–101,
1978.

[34] B. Hajek. Cooling schedules for optimal annealing. Math. Oper. Res., 13(2): 311–329,
1988.



BIBLIOGRAPHIE 117

[35] W.K. Hastings. Monte Carlo sampling methods using Markov chains and their appli-
cations. Biometrika, 57: 97–109, 1970.

[36] S. Kullback. A lower bound for discrimination information in terms of variation. IEEE
Trans. Inform. Theory, 13: 126–127, 1967.

[37] B. Lachaud. Cutoff and hitting times for a sample of Ornstein-Uhlenbeck processes and
its average. J. Appl. Probab., 42(5), 2005. To appear.

[38] B. Leblanc and O. Scaillet. Past dependent options on yields in the affine term
structure. Finance and Stochastics, 2: 349–367, 1998.

[39] T. Lindvall. Weak convergence in the function space D[0,∞). J. Appl. Probab.,
10 :109–121, 1973.

[40] T. Lindvall. Lectures on the coupling method. Probability and mathematical statistics.
Wiley, 1992.

[41] S. Mart́ınez and B. Ycart. Decay rates and cutoff for convergence and hitting times
of Markov chains with countably infinite state space. Adv. Appl. Probab., 33(1): 188–205,
2001.

[42] S.P. Meyn and R. Tweedie. Markov chains and stochastic stability. Springer-Verlag,
1996.

[43] C. Paroissin. Résultats asymptotiques pour des grands systèmes réparables monotones.
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Détection de la convergence de processus de Markov

Résumé : Notre travail porte sur le phénomène de cutoff pour des n-échantillons de processus
de Markov, dans le but de l’appliquer à la détection de la convergence d’algorithmes parallélisés.
Dans un premier temps, le processus échantillonné est un processus d’Ornstein-Uhlenbeck. Nous
mettons en évidence le phénomène de cutoff pour le n-échantillon, puis nous faisons le lien avec
la convergence en loi du temps d’atteinte par le processus moyen d’un niveau fixé. Dans un
second temps, nous traitons le cas général où le processus échantillonné converge à vitesse ex-
ponentielle vers sa loi stationnaire. Nous donnons des estimations précises des distances entre la
loi du n-échantillon et sa loi stationnaire. Enfin, nous expliquons comment aborder les problèmes
de temps d’atteinte liés au phénomène du cutoff.

Mots-clefs : cutoff, distances entre lois de probabilité, processus d’Ornstein-Uhlenbeck, conver-
gence exponentielle, théorème de la limite centrale, temps d’atteinte.
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Detection of convergence for Markov processes

Abstract : Our work deals with the cutoff phenomenon for n-samples of Markov processes, in
order to apply it to the detection of convergence of parallelized algorithms. In a first part, the
sampled process is an Ornstein-Uhlenbeck process. We point out the cutoff phenomenon for
the n-sample, and we link it with the convergence in distribution of the hitting time of a fixed
level by the average process. In a second part, the general case is studied, in which the sampled
process is supposed to converge at exponential rate to its stationary distribution. Precise esti-
mates are given for the distances between the distribution of the n-sample and its stationary
distribution. Finally, we explain the way of dealing with some hitting time problems linked to
the cutoff phenomenon.

Key Words : cutoff, distances between probability distributions, Ornstein-Uhlenbeck process,
exponential convergence, central limit theorem, hitting time.
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