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Rapporteurs : Alain Berlinet Université Montpellier 2
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Chapitre 1

Régression non-paramétrique par la
méthode du noyau

1.1 Introduction
La théorie de l’estimation est une des branches les plus basiques de la statistique. Cette
théorie est habituellement divisée en deux composantes principales, à savoir, l’estima-
tion paramétrique et l’estimation non-paramétrique. Le problème de l’estimation non-
paramétrique consiste, dans la majeure partie des cas, à estimer, à partir des obser-
vations, une fonction inconnue, élément d’une certaine classe fonctionnelle. Rappelons
qu’une procédure non-paramétrique est définie indépendamment de la distribution ou loi
de l’échantillon d’observations. Plus particulièrement, on parle de méthode d’estimation
non-paramétrique lorsque celle-ci ne se ramène pas à l’estimation d’un nombre fini de pa-
ramètres réels associés à la loi de l’échantillon. Un des problèmes centraux en statistique
est celui de l’estimation de caractéristiques fonctionnelles associées à la loi des observa-
tions, telles que, par exemple, la fonction de densité ou la fonction de régression (dans un
modèle multivarié).

Un des modèles le plus fréquemment rencontré en statistique paramétrique ou non-
paramétrique est le modèle de régression, dont nous donnons ci-dessous une description
sommaire.

On dispose d’un échantillon, composé de n couples indépendants de variables aléatoires
(X1, Y1), . . . , (Xn, Yn), et on dénote par (X, Y ) un élément générique de cet échantillon.
Dans le modèle de régression non-paramétrique, on suppose typiquement l’existence d’une
fonction m(·) qui exprime la valeur moyenne de la variable réponse Y en fonction de la
variable d’entrée X :

Yi = m(Xi) + εi, pour 1 ≤ i ≤ n, avec εi
d
= ε ∼ N (µ, σ2). (1.1)

L’erreur commise est, dans le cas classique, modélisée par une variable aléatoire gaus-
sienne, qui sera généralement choisie indépendante des observations {Xi : 1 ≤ i ≤ n},
et de moyenne µ nulle. Cette dernière hypothèse simplifie considérablement les calculs et
l’expression des propriétés asymptotiques liées à l’estimation de la fonction de régression,
sous un tel modèle simplifié, ne sera pas considérée dans nos travaux. Nous considérons

1



Chapitre 1. Régression non-paramétrique par la méthode du noyau

le problème plus délicat posé par l’estimation de la fonction de régression, sans hypothèse
particulière sur la loi du couple (X, Y ) autre que celui de l’existence de m(·) (supposée
suffisamment régulière), et de moments supérieurs d’ordre convenable de X et Y .

Il existe deux cas principaux pour le modèle (1.1), dépendants de la nature probabiliste des
données

{
(Xi, Yi) : 1 ≤ i ≤ n

}
. Le premier cas est le plus simple, et est appelé dispositif

expérimental à effets fixes (ou “fixed design”). Il correspond à la situation où les Xi = xi
sont fixés (c’est à dire, des constantes p.s., ou, de manière équivalente, déterministes ou
dégénérées).

Exemple 1.1.1 Le dispositif expérimental régulier.
On suppose Xi = xi = i/n et m(·) une fonction de [0, 1] dans IR telle que

Yi = m(i/n) + εi, pour 1 ≤ i ≤ n.

Le deuxième cas, dit de dispositif expérimental à effets aléatoires (ou “random design”)
désigne le modèle où les données

{
Xi : 1 ≤ i ≤ n

}
sont strictement aléatoires (ou non-

dégénérées). Nous étudierons essentiellement ce dernier modèle, qui est clairement plus
général. Précisons également que seuls les modèles à observations indépendantes seront
analysés, l’étude du cas de dépendance ne rajoutant que des difficultés de nature technique.

Nous allons présenter maintenant la fonction de régression de manière plus explicite, dans
le cadre du modèle aléatoire univarié. Soit (X, Y ) un couple de variables aléatoires réelles
admettant une densité jointe sur IR2 notée fX,Y et une densité marginale fX . La variable
Y est supposée intégrable, i.e. IE

[
|Y |
]
< ∞. Nous pouvons alors définir proprement la

fonction de régression ou espérance conditionnelle de Y sachant X = x, par

m(x) := IE
[
Y |X = x

]
=

∫
IR

yfX,Y (x, y)dy∫
IR

fX,Y (x, y)dy
=:

r(x)

fX(x)
, (1.2)

lorsque la densité fX(x) est différente de zéro. Le problème de l’estimation de m(·) est
du type non-paramétrique, i.e. la fonction de régression appartient à un ensemble non-
paramétrique (infini-dimensionnel). Par exemple, nous pouvons supposer que m(·) appar-
tient à la classe de fonctions F constituée des fonctions continues sur [0, 1] (cf. exemple
1.1.1 ci-dessus), lorsque le support de la densité est l’intervalle [0, 1]. Pour l’étude des pro-
priétés minimax des estimateurs de la fonction de régression, les classes non-paramétriques
de fonctions rencontrées sont de type Hölder, Sobolev ou Besov. La fonction de régression
m(x) définie ci-dessus en (1.2) réalise (pour tout x fixé) la meilleure approximation de Y
sachant X = x, au sens des moindres carrés, en supposant Y de carré intégrable. Dans ce
premier chapitre, nous discuterons de quelques méthodes de construction des estimateurs
de la régression par la méthode du noyau. Puis, on concentrera nos travaux sur les pro-
priétés statistiques des estimateurs (convergence, vitesse de convergence) ainsi que leur
optimalité.

Les estimateurs que nous considérons appartiennent à la vaste classe des estimateurs
linéaires (i.e. linéaires en tant que fonction des observations Yi) :
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1.2. L’estimateur de Nadaraya-Watson

Définition 1.1.1 Un estimateur m̂n(x) de m(x) est dit estimateur linéaire de la ré-
gression non-paramétrique si

m̂n(x) =
n∑
i=1

YiWni(x),

où la fonction de poids Wni(·) ne dépend pas des observations Yi.

La classe des estimateurs linéaires regroupe la majorité des estimateurs de la régression,
c’est à dire les estimateurs par fonctions splines, par projection ou séries orthogonales,
par ondelettes, et par la méthode du noyau. Dans la section suivante, nous présenterons le
célèbre estimateur à noyau de la régression introduit par Nadaraya et Watson et quelques
unes de ses propriétés essentielles. Nous nous intéresserons ensuite à l’optimalité asymp-
totique de cet estimateur, puis, à l’estimation localement polynomiale de la régression,
qui constitue une des approches les plus performantes actuellement. Pour une revue bi-
bliographique des travaux plus anciens concernant la régression non-paramétrique, nous
citons les articles de Collomb [19] et Stone [129].

1.2 L’estimateur de Nadaraya-Watson
Supposons que l’on dispose d’un n-échantillon (X1, Y1), . . . , (Xn, Yn) de variables aléa-
toires à valeurs réelles, de même loi que le couple (X, Y ). On se propose de construire
un estimateur m̂n(x) de la fonction de régression à partir des couples d’observations{
(X1, Y1), . . . , (Xn, Yn)

}
. Le premier estimateur rencontré dans la littérature est l’esti-

mateur à noyau de Nadaraya-Watson (cf. [108] et [149]), noté estimateur [NW]. Il est
construit à partir d’une fonction noyau K(·) et d’une fenêtre h, de manière analogue à
l’estimateur à noyau de la fonction de densité fX(·) introduit par Parzen [111] et Rosen-
blatt [116], noté estimateur [PR]. On rappelle la définition de l’estimateur [PR],

f̂X;n(x) :=
1

nh

n∑
i=1

K
(x−Xi

h

)
, x ∈ IR. (1.3)

Dans un premier temps, nous désignons par fenêtre une suite
{
hn : n ≥ 1

}
(possiblement

aléatoire) de nombres strictement positifs vérifiant

hn → 0, lorsque n→∞.

La fenêtre h = hn dénote une suite indexée par n = 1, 2, . . ., mais la dépendance en n ne
sera pas toujours précisée afin d’alléger les notations.

La fonction noyau K : IR → IR sera supposée mesurable et satisfaisant certaines hypo-
thèses basiques parmi celles énoncées ci-dessous :

(K.1) K est bornée, i.e. sup
u∈IR

∣∣K(u)
∣∣ <∞ ;

(K.2) lim
|u|→∞

|u|K(u) = 0 ;
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Chapitre 1. Régression non-paramétrique par la méthode du noyau

(K.3) K(·) ∈ L1(IR), i.e.
∫

IR

∣∣K(u)
∣∣du <∞ ;

(K.4)

∫
IR

K(u)du = 1.

L’estimateur [NW] se présente sous la forme d’une moyenne locale pondérée des valeurs
Yi et est défini par,

m̂NW
n (x) :=

n∑
i=1

YiK
(x−Xi

h

)
n∑
i=1

K
(x−Xi

h

) × II
{ n∑

i=1

K
(x−Xi

h

)
6= 0
}
, (1.4)

où II{·} := 1I{·} désigne la fonction indicatrice. On rappelle que, pour tout événement A
Borel-mesurable,

II(A) :=


1, si A est vérifié,

0, sinon.

De manière similaire, nous pouvons définir l’estimateur [NW] par,

m̂NW
n (x) :=



n∑
i=1

YiK
(x−Xi

h

)
n∑
i=1

K
(x−Xi

h

) , lorsque
n∑
i=1

K
(x−Xi

h

)
6= 0,

1

n

n∑
i=1

Yi, sinon.

(1.5)

Le noyau K détermine la forme du voisinage autour du point x et la fenêtre h contrôle la
taille de ce voisinage, c’est à dire le nombre d’observations prises pour effectuer la moyenne
locale. Intuitivement, il est naturel que la fenêtre h soit prépondérante pour la consistance
de l’estimateur [NW]. Cette observation sera confirmée dans la prochaine section et dans
le paragraphe suivant la remarque 1.2.1 ci-dessous.

En posant

r̂n(x) :=
1

nh

n∑
i=1

YiK
(x−Xi

h

) {
estimateur à noyau de r(x) (cf. (1.2))

}
, (1.6)

nous remarquons que l’estimateur [NW] peut s’écrire m̂NW
n (x) = r̂n(x)/f̂X;n(x). Cette

dernière formulation est courante dans la littérature et consiste en une bonne première ap-
proche de l’estimateur [NW]. De facto, on traitera séparément le numérateur et le dénomi-
nateur aléatoires afin d’obtenir les propriétés asymptotiques usuelles de l’estimateur [NW],
car il est difficile de travailler directement avec un quotient aléatoire. La méthode consiste
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1.2. L’estimateur de Nadaraya-Watson

alors à linéariser la déviation m̂NW
n (x)−m(x) en fonction de f̂X;n(x)−fX(x) et r̂n(x)−r(x).

Cette technique est centrale (voire systématique) en régression non-paramétrique, elle sera
développée en détails dans les sections suivantes et particulièrement lors des démonstra-
tions (cf. section 1.2).

- Premières observations sur l’estimateur [NW] :

L’estimateur [NW] (1.4) est bien linéaire au sens de la définition 1.1.1 avec comme fonction
de poids WNW

ni (·) définie par,

WNW
ni (x) :=

K
(x−Xi

h

)
n∑
i=1

K
(x−Xi

h

) II
{ n∑

i=1

K
(x−Xi

h

)
6= 0
}
.

Remarque 1.2.1 Pour une discussion plus générale sur la fonction de poids dans le cadre
de la régression non-paramétrique et une exposition de certaines conditions nécessaires à
sa consistance, nous citerons l’article pionnier de Stone (1977) [129]. Notons aussi que,
en restreignant notre étude aux noyaux positifs (c’est à dire, tels que K ≥ 0), la fonction
indicatrice, présente dans (1.4), disparaît.

Parmi les deux paramètres K (fonctionnel) et h (numérique) à selectionner, la fenêtre
h détermine le degré de lissage de l’estimateur [NW]. Supposons que l’estimateur soit
seulement évalué aux points d’observations {Xi : 1 ≤ i ≤ n}, alors, lorsque K est à
support compact, nous obtenons

lim
h→0

m̂NW
n (Xi) = K(0)Yi/K(0) = Yi .

Plus précisément, nous avons

lim
h→0

m̂NW
n (x) =


Yi, lorsque x = Xi, ∀ 1 ≤ i ≤ n,

0, sinon.

Lorsque h tend vers zéro, l’estimateur [NW] a donc tendance à reproduire les données, la
courbe obtenue est proche d’une interpolation des points {(Xi, Yi) : 1 ≤ i ≤ n}. C’est un
phénomène de sous-lissage, la variance de l’estimateur est trop grande. De l’autre côté,

lim
h→∞

m̂NW
n (x) =

n∑
i=1

K(0)Yi

n∑
i=1

K(0)

=
1

n

n∑
i=1

Yi.

Lorsque h tend vers l’infini, nous avons un phénomène de surlissage, l’estimateur m̂NW
n (x)

tend vers n−1
∑n

i=1 Yi qui est une fonction indépendante de x. L’erreur déterministe (ou
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Chapitre 1. Régression non-paramétrique par la méthode du noyau

biais) est trop grande. Ce constat nous indique que les propriétés statistiques de l’esti-
mateur [NW] dépendent bien de la fenêtre ou paramètre de lissage h, qu’il faudra choisir
afin d’équilibrer le biais et la variance.

A présent, nous allons aborder une des multiples façons de construire l’estimateur de la
fonction de régression introduit par Nadaraya et Watson. Pour une justification intuitive
de l’estimateur [NW], rappelons la définition de l’estimateur à noyau de la densité bivariée,
extension naturelle de (1.3),

f̂X,Y ;n(x, y) :=
1

nh2

n∑
i=1

K
(x−Xi

h

)
K
(y − Yi

h

)
. (1.7)

En remplaçant dans (1.2) la densité jointe fX,Y et la densité marginale fX par leurs
estimateurs à noyaux [PR] respectifs, nous retrouvons l’estimateur [NW] défini en (1.4)
ou (1.5). Il s’ensuit la proposition suivante.

Proposition 1.2.1 Si le noyau K est symétrique (ou d’ordre 1), nous obtenons les éga-
lités suivantes

m̂NW
n (x) =

∫
IR

yf̂X,Y ;n(x, y)dy∫
IR

f̂X,Y ;n(x, y)dy
=

∫
IR

yf̂X,Y ;n(x, y)dy
/
f̂X;n(x) . (1.8)

D’après (1.7), nous avons∫
IR

f̂X,Y ;n(x, y)dy =
1

nh2

n∑
i=1

K
(x−Xi

h

)∫
IR

K
(y − Yi

h

)
dy

=
1

nh

n∑
i=1

K
(x−Xi

h

)
×
∫

IR

K(u)du = f̂X;n(x).

De même,∫
IR

yf̂X,Y ;n(x, y)dy =
1

nh2

n∑
i=1

K
(x−Xi

h

)∫
IR

y K
(y − Yi

h

)
dy

=
1

nh

n∑
i=1

K
(x−Xi

h

)
×
{∫

IR

(y − Yi
h

)
K
(y − Yi

h

)
dy

+
Yi
h
×
∫

IR

K
(y − Yi

h

)
dy
}

=
1

nh

n∑
i=1

K
(x−Xi

h

)
×
{
h

∫
IR

uK(u)du+ Yi

∫
IR

K(u)du
}

=
1

nh

n∑
i=1

K
(x−Xi

h

)
Yi = r̂n(x),
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1.2. L’estimateur de Nadaraya-Watson

ce qui démontre (1.8). 2

La définition (1.7) nous conduit à introduire l’estimateur [NW] dans le cadre multivarié.
Lorsque la variable explicative ou prédictive X est à valeurs dans IRp, pour un certain
p ∈ IN fixé, les estimateurs [PR] et [NW] sont définis par,

f̂X;n(x) :=
1

nhp

n∑
i=1

K
(x−Xi

h

)
, x ∈ IRp, (1.9)

et

m̂NW
n (x) :=

n∑
i=1

YiK
(x−Xi

h

)
n∑
i=1

K
(x−Xi

h

) × II
{ n∑

i=1

K
(x−Xi

h

)
6= 0
}
. (1.10)

Ci-dessus, K : IRp → IR désigne une fonction multivariée définie comme le produit de
noyaux univariés Kj (possiblement identiques pour 1, . . . , j, cf. (1.7)), tels que

K(u) = K(u1, . . . , up) :=

p∏
j=1

Kj(uj), u ∈ IRp.

Remarque 1.2.2 Soit

H :=
{
h = (h1, . . . , hp) : min

1≤j≤p
hj > 0

}
,

un sous-ensemble de IRp correspondant à l’espace de toutes les fenêtres possibles. La défi-
nition (1.9) de l’estimateur à noyau [PR] de la densité est un cas particulier de l’estimateur
suivant :

1

n

n∑
i=1

Kh

(
x−Xi

)
, (cf. [33], chapitre 12),

avec

Kh

(
x
)

=

p∏
j=1

1

hj
Kj

(xj
hj

)
.

Il est possible de présenter l’estimateur [PR] multivarié dans un contexte encore plus
général. Soit H une matrice p × p non-singulière (i.e. n’admettant pas de valeur propre
nulle et donc inversible) appartenant à l’espace des matrices carrés Mp(IR). On utilise un
noyau multivarié K : IRp → IR qui satisfait les conditions suivantes :∫

IRp

K(u)du = 1,∫
IRp

uK(u)du = 0 propriété de symétrie.

Alors, l’estimateur à noyau de la densité est défini, sous sa forme la plus générale, par

f̂X;n(x) :=
1

n|H|

n∑
i=1

K
{
H−1(x−Xi)

}
, x ∈ IRp, (1.11)

7



Chapitre 1. Régression non-paramétrique par la méthode du noyau

où |H| dénote le déterminant de la matrice H. En reprenant les notations ci-dessus dans
les définitions (1.9) et (1.10), la matrice fenêtre est de la forme H = hIp, où Ip désigne
la matrice p× p identité. En d’autres termes, nous avons choisi dans chaque direction la
même fenêtre h = hi, i = 1, . . . , p. Le noyau K peut être également à support sphérique,
c’est à dire tel que

K(u) = W (‖u‖p),
où W dénote un noyau univarié à support compact et ‖ · ‖p est la norme Euclidienne sur
IRp. Par contre, lorsqu’on se base sur la définition (1.9), le support du noyau est plutôt
de forme rectangulaire. On se réfère à Scott (1992), p. 152-155, [122], pour plus de détails
sur l’estimation de la densité et de la régression dans le cadre multivarié.

-Estimateurs alternatifs

Le dénominateur aléatoire dans (1.4) est un inconvénient majeur, notamment pour l’étude
des dérivées de l’estimateur [NW]. Dans le cadre du dispositif expérimental où les variables
Xi sont ordonnées, Gasser et Müller (1979) [52] ont proposé l’estimateur suivant :

m̂GM
n (x) :=

n∑
i=1

{∫ si

si−1

K
(x− t

h

)
dt× Yi

}
, (1.12)

avec si = (Xi + Xi+1)/2, X0 = −∞ et Xn+1 = +∞. Cet estimateur est bien linéaire au
sens de la définition 1.1.1, avec une fonction de poids sans dénominateur et sommable à
1. D’après (1.12), la fonction de poids est définie par,

WGM
ni (x) :=

∫ si

si−1

K
(x− t

h

)
dt.

L’estimateur [GM] de Gasser et Müller est une modification d’une version antérieure
développée par Priestley et Chao (1972) [113]. Pour une étude complète de l’estimateur
[GM], nous citons l’ouvrage de Müller (1988) [104].

Lorsque la fonction de densité marginale fX est connue, il existe une version légèrement
différente de l’estimateur [NW], proposée par Johnston (cf. [81] et [82]),

m̂J
n(x) :=

1

nh

n∑
i=1

YiK
(x−Xi

h

)
/fX(x). (1.13)

L’estimateur m̂J
n(·) se réfère également au dispositif expérimental à effets fixes car la

fonction de densité fX est connue. Le biais de l’estimateur m̂J
n est proche de l’estimateur

[NW] (cf. proposition 1.3.4, sous-section 1.3.2, ci-après). En suivant Wand et Jones (1995),
p. 152, [148], nous présentons l’estimateur

m̂∗
n(x) :=

1

nh

n∑
i=1

fX(Xi)
−1YiK

(x−Xi

h

)
, (1.14)

qui a un meilleur biais que l’estimateur [NW] ou l’estimateur m̂J
n(x). Le biais de l’esti-

mateur défini en (1.14) est équivalent à celui de l’estimateur localement linéaire, défini
ultérieurement dans la section 1.7.

8



1.3. Consistance de l’estimateur [NW]

La restriction de notre présentation des estimateurs de la régression à la méthode du noyau
peut être excuser par la remarque suivante : deux autres classes importantes d’estimateurs,
les splines et les plus proches voisins correspondent à des estimateurs à noyaux construits
avec des fenêtres particulières, de la forme f−αX , 0 ≤ α ≤ 1 (cf. Jennen-Steinmetz et Gasser
(1988), [80], pour des références appropriées).

1.3 Consistance de l’estimateur [NW]
L’estimateur à noyau de la régression est donc dépendant du choix de deux paramètres, la
fenêtre h et le noyau K. Nous verrons dans les sections suivantes que le paramètre crucial
est la fenêtre pour obtenir de bonnes propriétés asymptotiques. Toutefois le noyau ne doit
pas être négligé, il permet de réduire le biais de notre estimateur en s’appuyant sur les
propriétés de régularité de la courbe de régression. Dans cette section, nous déterminerons
les conditions sur la fenêtre et le noyau nécessaires à la consistance de l’estimateur [NW].

Nous obtenons la consistance des estimateurs du type [NW], via la décomposition biais-
variance suivante,

IE
[{
m̂NW
n (x)−m(x)

}2
]

= Var
[
m̂NW
n (x)

]
+
{

IE
[
m̂NW
n (x)

]
−m(x)

}2

. (1.15)

On dénote par L2

→ (respectivement IP→) la convergence en norme L2 (resp. en probabilité).
Lorsque (1.15) tend vers zéro, il s’ensuit

m̂NW
n (x)

L2

→ m(x), ce qui implique, m̂NW
n (x)

IP→ m(x). (1.16)

En vue de (1.16), une simple étude des critères de convergence vers zéro du biais et de
la variance ci-dessus nous précisera les conditions nécessaires à la consistance de l’estima-
teur [NW]. On note également que la perte L2 caractérisée ci-dessus est une mesure très
pratique de la performance de notre estimateur, elle sera utilisée afin de déterminer les
paramètres optimaux asymptotiquement (cf. section 1.4).

1.3.1 Calcul de la variance

Nous débutons l’étude de l’estimateur [NW] par le calcul de sa variance et son expression
asymptotique. Le noyau K est supposé vérifier les hypothèses (K.1–4). On note que (K.1)
et (K.3) impliquent le fait que K(·) soit de carré intégrable. Nous posons, par convenance,

σ2(x) := Var
[
Y |X = x

]
=:

1

fX(x)

∫
y2fX,Y (x, y)dy −

{
m(x)

}2
,

lorsque cette expression est bien définie.

Proposition 1.3.1 On suppose IE
[
Y 2] <∞. A chaque point de continuité des fonctions

m(x), fX(x) et σ2(x), tel que fX(x) > 0,

Var
[
m̂NW
n (x)

]
=

1

nh
×
{
σ2(x)

fX(x)

∫
IR

K2(u)du

}
(1 + o(1)), (1.17)

où le terme o(1) tend vers 0 lorsque h→ 0.
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Chapitre 1. Régression non-paramétrique par la méthode du noyau

En utilisant le lemme de Bochner (cf. résultat A.2.1, situé en annexe), nous obtenons
aisément

Var
[
f̂X;n(x)

]
=

1

nh2

{
IE
[
K2
(x−X

h

)]
− IE

[
K
(x−X

h

)]2}
=

1

nh

{∫
IR

K2(u)fX(x− hu)du− h
{∫

IR

K(u)fX(x− hu)du
}2
}

=
1

nh
fX(x)

∫
IR

K2(u)du (1 + o(1)),

lorsque h→ 0. Soit la fonction s(x) :=
∫
y2fX,Y (x, y)dy. Nous avons,

Var
[
r̂n(x)

]
=

1

nh2

{
IE
[
Y 2K2

(x−X

h

)]
− IE

[
Y K

(x−X

h

)]2}
=

1

nh

{∫
IR

K2(u)s(x− hu)du− h
{∫

IR

K(u)r(x− hu)du
}2
}

=
1

nh
s(x)

∫
IR

K2(u)du (1 + o(1)).

De même,

IE

[{
f̂X;n(x)− IE

[
f̂X;n(x)

]}{
r̂n(x)− IE

[
r̂n(x)

]}]
=

1

nh
r(x)

∫
IR

K2(u)du (1 + o(1)).

Soit le vecteur

An(x) :=

 f̂X;n(x)

r̂n(x)

 ,

et Σ
[
An(x)

]
sa matrice de variance covariance. Il s’ensuit

Σ
[
An(x)

]
=

1

nh

 fX(x) r(x)

r(x) s(x)

∫
IR

K2(u)du (1 + o(1)).

En remarquant que,

(
− r(x){

fX(x)
}2

1

fX(x)

) fX(x) r(x)

r(x) s(x)



− r(x){

fX(x)
}2

1

fX(x)

 =
s(x){
fX(x)

}2 −
{
r(x)

}2{
fX(x)

}3 ,

on obtient alors,

Var
[
m̂NW
n (x)

]
=

1

nh

{
s(x){
fX(x)

}2 −
{
r(x)

}2{
fX(x)

}3

}∫
IR

K2(u)du (1 + o(1))

=
1

nh
×
{
σ2(x)

fX(x)

∫
IR

K2(u)du

}
(1 + o(1)).

2
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1.3. Consistance de l’estimateur [NW]

Remarque 1.3.1 Dans l’expression asymptotique des termes de variance d’estimateurs
à noyau, nous retrouvons invariablement la quantité :∫

IR

K2(u)du =
∥∥K∥∥2

2
. (1.18)

Pour s’assurer de la finitude de cette intégrale, nous pouvons choisir la fonction noyau
K(·) à variation bornée sur IR et à support compact, en remarquant que ces dernières
hypothèses impliquent clairement (K.1–3). En vue d’optimalité asymptotique, la variance
minimale sera obtenue en minimisant (1.18) suivant K dans une certaine classe de noyaux
fixée. Pour une expression explicite des noyaux de variance minimale, nous citons l’article
de Gasser, Müller et Mammitzsch (1985) [54]. Notons également que l’hypothèse IE

[
Y 2] <

∞ est indispensable, afin de s’assurer de l’existence de la variance conditionnelle σ2(x).

En conclusion, si la fenêtre hn satisfait les conditions

hn → 0 et nhn →∞ lorsque n→∞,

la variance de l’estimateur [NW] tend vers zéro.

-Extension multidimensionnelle : X ∈ IRp

Soient x et u des vecteurs de IRp. La variance asymptotique a une expression similaire au
cas univarié. On rappelle que

m̂NW
n (x) =

n∑
i=1

YiK
(x−Xi

h

)
n∑
i=1

K
(x−Xi

h

) × II
{ n∑

i=1

K
(x−Xi

h

)
6= 0
}
,

où K : IRp → IR fonction noyau, produit de noyaux univariés vérifiant (K.1–4).
Proposition 1.3.2 Nous supposons IE

[
Y 2] <∞. Alors, à chaque point de continuité des

fonctions m(x), fX(x) et σ2(x), tel que fX(x) > 0, nous avons,

Var
[
m̂NW
n (x)

]
=

1

nhp
×
{
σ2(x)

fX(x)

∫
IRp

K2(u)du

}
(1 + o(1)), (1.19)

où le terme o(1) tend vers 0 lorsque h→ 0.
Nous obtenons,

Var
[
f̂X;n(x)

]
=

1

nhp

{
fX(x)

∫
IRp

K2(u)du
}

(1 + o(1)),

et
Var
[
r̂n(x)

]
=

1

nhp

{
s(x)

∫
IRp

K2(u)du
}

(1 + o(1)).

Le reste de la démonstration est similaire au cadre univarié et ne sera pas présenté par
souci de concision. 2

Lorsque la fenêtre hn satisfait

hn → 0 et nhpn →∞ lorsque n→∞,

la variance de l’estimateur [NW] multivarié tend vers zéro.
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Chapitre 1. Régression non-paramétrique par la méthode du noyau

1.3.2 Calcul du biais

Le traitement du biais est purement analytique et repose essentiellement sur le développe-
ment de Taylor. Il nous faut supposer certaines conditions de régularités sur les fonctions
m(·) et fX(·) qui détermineront l’ordre du biais asymptotique en fonction du paramètre
de lissage h. L’estimateur [NW] se présente sous la forme d’un quotient aléatoire, c’est
pourquoi on utilise généralement comme terme de centrage l’approximation suivante

ĨE
[
m̂NW
n (x)

]
:=

IE
[
r̂n(x)

]
IE
[
f̂X;n(x)

] . (1.20)

La formule (1.20) est plus facile à manipuler et permet notamment la linéarisation de la
déviation d̃n(x) := m̂NW

n (x)− ĨE
[
m̂NW
n (x)

]
. Nous avons, par exemple,

d̃n(x) =
{
r̂n(x)− IE

[
r̂n(x)

]}
× 1

IE
[
f̂X;n(x)

] − {f̂X;n(x)− IE
[
f̂X;n(x)

]}
× r̂n(x)f̂X;n(x)

IE
[
f̂X;n(x)

] .
La proposition ci-dessous démontrée par Nadaraya (cf. p. 116-117, [109]) justifie le choix
du terme de centrage (1.20).

Proposition 1.3.3 Lorsque Y est bornée et nh→∞,

IE
[
m̂NW
n (x)

]
= ĨE

[
m̂NW
n (x)

]
+O

(
(nh)−1

)
. (1.21)

Lorsque IE
[
Y 2
]
<∞ et nh2 →∞,

IE
[
m̂NW
n (x)

]
= ĨE

[
m̂NW
n (x)

]
+O

(
(n1/2h)−1

)
. (1.22)

Nous utilisons l’identité suivante,

1

f̂X;n(x)
=

1

IE
[
f̂X;n(x)

] − f̂X;n(x)− IE
[
f̂X;n(x)

]{
IE
[
f̂X;n(x)

]}2 +

{
f̂X;n(x)− IE

[
f̂X;n(x)

]}2

f̂X;n(x)
{
IE
[
f̂X;n(x)

]}2

On multiplie par r̂n(x) des deux côtés, puis on passe à l’espérance,

IE
[
m̂NW
n (x)

]
= ĨE

[
m̂NW
n (x)

]
−

IE
[{
r̂n(x)− IE

[
r̂X;n(x)

]}{
f̂X;n(x)− IE

[
f̂X;n(x)

]}]
{
IE
[
f̂X;n(x)

]}2

+ IE

[
r̂n(x)

{
f̂X;n(x)− IE

[
f̂X;n(x)

]}2

f̂X;n(x)
{
IE
[
f̂X;n(x)

]}2

]

=: ĨE
[
m̂NW
n (x)

]
+

an(x) + bn(x){
IE
[
f̂X;n(x)

]}2 .

Soit s(x) =
∫

IR
y2fX,Y (x, y)dy. Nous calculons la variance asymptotique de r̂n(x) puis

f̂X;n(x), via le lemme de Bochner (cf. résultat A.2.1 en annexe),

Var
[
r̂n(x)

]
=

1

nh

∫
IR

K2(u)s(x− uh)du− 1

n

{∫
IR

K(u)r(x− uh)du
}2

12



1.3. Consistance de l’estimateur [NW]

≈ 1

nh
s(x)

∫
IR

K2(u)du.

Var
[
f̂X;n(x)

]
=

1

nh

∫
IR

K2(u)fX(x− uh)du− 1

n

{∫
IR

K(u)fX(x− uh)du
}2

≈ 1

nh
fX(x)

∫
IR

K2(u)du.

En utilisant l’inégalité de Cauchy-Schwartz combinée aux formules ci-dessus, on obtient

an(x) = O
( 1

nh

)
(1.23)

Lorsque la variable Y est bornée, i.e. |Y | ≤M pour une certaine constante M fixée, nous
remarquons que l’estimateur [NW] est lui aussi naturellement borné,

r̂n(x)

f̂X;n(x)
=

n∑
i=1

YiK
(x−Xi

h

)
n∑
i=1

K
(x−Xi

h

) ≤

n∑
i=1

M ×K
(x−Xi

h

)
n∑
i=1

K
(x−Xi

h

) = M (1.24)

Cette dernière inégalité (1.24) permet de borner bn(x),

bn(x) ≤ M × IE
[{
f̂X;n(x)− IE

[
f̂X;n(x)

]}2
]

≈ M

nh
fX(x)

∫
IR

K2(u)du = O
( 1

nh

)
. (1.25)

Les relations (1.23) et (1.25) entraînent (1.21).

Lorsque IE
[
Y 2
]
<∞, nous avons

bn(x) ≤ IE
[

max
1≤i≤n

|Yi|
{
f̂X;n(x)− IE

[
f̂X;n(x)

]}2
]

≤
{ n∑

i=1

Y 2
i

}1/2

×
{

IE
[{
f̂X;n(x)− IE

[
f̂X;n(x)

]}4
]}1/2

=
√
n
{

IE
[
Y 2
]}1/2

×O
( 1

nh

)
= O

( 1

n1/2h

)
. (1.26)

Les relations (1.23) et (1.26) impliquent (1.22), la démonstration est achevée. 2

Nous sommes maintenant prêts pour énoncer le biais asymptotique de l’estimateur [NW].
Nous supposerons la variable Y bornée, de telle sorte que (1.21) soit vérifiée. Nous verrons
que le biais de l’estimateur [NW], suivant les propriétés de régularité de la courbe de
régression, est une fonctionnelle des dérivées de la régression.
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Chapitre 1. Régression non-paramétrique par la méthode du noyau

Proposition 1.3.4 Supposons que m(·) et fX(·) sont de classe C2(IR) et que le noyau K
est d’ordre 2, i.e. tel que∫

IR

K(u)du = 1,

∫
IR

uK(u)du = 0 et
∫

IR

u2K(u)du <∞.

Nous avons alors, lorsque h→ 0 et nh→∞,

IE
[
m̂NW
n (x)

]
−m(x) =

h2

2
×
{{

m′′(x) + 2m′(x)
f ′X(x)

fX(x)

}∫
IR

u2K(u)du

}
(1 + o(1)). (1.27)

Remarque 1.3.2 Notons que le terme o(1) dans (1.27) ci-dessus se décompose comme
suit

{
O(h) +O((nh)−1)

}
, d’après (1.21).

ĨE
[
m̂NW
n (x)

]
−m(x) =

{
IE
[
K
(
(x−X)/h)

)]}−1{∫ 1

h
K
(x− t

h

)
r(t)dt− r(x)

+r(x)−m(x)

∫
1

h
K
(x− t

h

)
fX(t)dt

}
≈ h2

2
×
{
fX(x)

}−1 ×
{
r′′(x)−m(x)f ′′X(x)

}
×
∫

IR

u2K(u)du

=
h2

2
×
{
m′′(x) + 2m′(x)

f ′X(x)

fX(x)

}
×
∫

IR

u2K(u)du. (1.28)

Le signe ≈ ci-dessus dénote une erreur de l’ordre O(h) ou o(1) d’après le lemme de
Bochner. La proposition 1.3.3 et (1.28) impliquent (1.27). 2

Le terme de biais asymptotique fait apparaître la dérivée des fonctions m(·) et fX(·).
Ceci est dû au fait que l’estimateur [NW] réalise une approximation des moindres carrés
localement constante des valeurs Yi (cf. section 1.7). L’estimateur [NW] souffre donc d’un
biais élevé dans la région où la dérivée de la vraie fonction de régression est grande. Le
biais peut également être grand lorsque f ′X(x)/fX(x) est grand. En comparaison, sous
des hypothèses similaire à celles de la proposition 1.3.4, l’estimateur [GM] a un meilleur
biais :

IE
[
m̂GM
n (x)

]
−m(x) =

h2

2
×
{
m′′(x)×

∫
IR

u2K(u)du
}

(1 + o(1)). (1.29)

La forme du biais asymptotique ci-dessus est préférable d’un point de vue statistique,
car elle ne dépend pas de la densité fX et de sa dérivée. Par exemple, si la courbe de
régression est une droite, le terme de biais principal disparaît quelque soit la forme de
la densité marginale fX . De nombreuses techniques ont été développées dans la dernière
décennie pour remédier à ce mauvais biais de l’estimateur [NW], nous citons les articles
de Müller et Song (1993) [107], Linton et Nielsen (1994) [93] Mammen et Marron [96],
Müller (1997) [105], Choi, Hall et Rousson (2000) [15] et Hall et Müller (2003) [64], pour
une exposition des différentes méthodologies existantes.

Lorsque la fonction de régression admet des conditions de régularité supplémentaires, il
est possible de réduire le biais asymptotique de l’estimateur [NW] en utilisant un noyau
d’ordre supérieur. Soit q un entier naturel fixé.
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1.3. Consistance de l’estimateur [NW]

Définition 1.3.1 Le noyau K est appelé noyau d’ordre q si il vérifie les conditions
suivantes :∫

IR

K(u)du = 1,

∫
IR

ujK(u)du = 0, j = 1, . . . , q − 1, et
∫

IR

uqK(u)du <∞.

Pour illustrer l’utilité des noyaux d’ordre supérieurs, nous considérons l’exemple simple
de l’estimation de la densité. Le biais de l’estimateur à noyau de la densité s’écrit

IE
[
f̂X;n(x)

]
− fX(x) =

∫ {
fX(x− hu)− fX(x)

}
K(u)du.

A présent, supposons que la densité fX(x) admet des dérivées bornées jusqu’à l’ordre q
dans un voisinage du point x. Nous obtenons donc, via le développement de Taylor,

IE
[
f̂X;n(x)

]
− fX(x) =

q−1∑
k=1

{
hk

(−1)k

k!
f

(k)
X (x)

∫
ukK(u)du

}
+O(hq). (1.30)

La formule (1.30) ci-dessus montre clairement l’importance des noyaux dont les premiers
moments sont nuls : un noyau d’ordre q permet de réduire le biais à l’ordre O(hq) modulo
quelques hypothèses de régularité.

Dans le cadre multivarié, nous avons les conditions d’orthogonalité suivantes,∫
IRp

{ n∏
i=1

usi
i

}
×K(u1, . . . , up)du1 . . . dup = 0, lorsque

n∑
i=1

si = 1, 2, . . . , q − 1. (1.31)

Si (1.31) est vérifiée ainsi que ∫
IRp

‖u‖q
∣∣K(u)

∣∣du <∞,

le noyau multivarié K(·) est appelé noyau multivarié d’ordre q, c’est à dire tous ses mo-
ments jusqu’à l’ordre q − 1 sont nuls.

Par convenance, nous dénotons par [µj(K)] le moment d’ordre j associé à la fonction
noyau K(·), lorsque j ∈ IN.

Proposition 1.3.5 Supposons que m(·) et fX(·) sont de classe Cq(IR) et que le noyau K
est d’ordre q, c’est à dire tel que

[µ0(K)] = 1, [µj(K)] = 0, 1 ≤ j ≤ q − 1, et [µq(K)] <∞.

Lorsque h→ 0 et nh→∞, nous avons

IE
[
m̂NW
n (x)

]
−m(x) =

hq

q!
×
{{

m(q)(x)+q×m(q−1)(x)
f ′X(x)

fX(x)

}
[µq(K)]

}
(1+o(1)). (1.32)
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Chapitre 1. Régression non-paramétrique par la méthode du noyau

Dans un premier temps, on considère l’espérance de r̂n(x) :

IE
[
r̂n(x)

]
=

∫
IR

∫
IR

yK
(x− t

h

)
fX,Y (t, y)dtdy =

∫
IR

K
(x− t

h

)
r(t)dt

=

∫
IR

K(u)r(x− hu)du = r(x) +
hq

q!
r(q)(x)× [µq(K)](1 + o(1)).

Puis,

IE
[
f̂X;n(x)

]
= fX(x) +

hq

q!
f

(q)
X (x)× [µq(K)](1 + o(1)).

Le reste de la démonstration est similaire à la démonstration de la proposition 1.3.4 et ne
sera pas présenté par souci de concision. 2

-Extension multidimensionnelle : X ∈ IRp

On précise quelques notations nécessaires à la présentation du biais asymptotique dans le
cadre multivarié. Soit f : IRp → IR une fonction multivariée quelconque. Nous désignons
par Q l’opérateur sur f défini par,

Q[f ](x) :=

∫
IRp

[
uT (∇2f(x))u

]
K(u)du,

où ∇2f(x) dénote la matrice Hessienne des dérivées partielles d’ordre 2 de la fonction f(·)
au point x.

Proposition 1.3.6 Lorsque Y bornée et nhp →∞,

IE
[
m̂NW
n (x)

]
= ĨE

[
m̂NW
n (x)

]
+O

(
(nhp)−1

)
. (1.33)

Supposons que m(·) et fX(·) sont de classe C2(IRp) et que le noyau K est d’ordre 2. Nous
avons alors, lorsque h→ 0 et nhp →∞,

IE
[
m̂NW
n (x)

]
−m(x) =

h2

2

{Q[r](x)−m(x)Q[fX ](x)

fX(x)

}
(1 + o(1)). (1.34)

On peut également formuler le biais asymptotique (1.34) de manière plus explicite mais
moins compacte :

h2

2

{
p∑
j=1

{
∂2

∂x2
j

m(x) + 2
{ ∂

∂xj
m(x)

}{ ∂

∂xj
fX(x)

} 1

fX(x)

}
×
∫

IRp

u2
jK(u)du

}
. (1.35)

1.4 Optimalité asymptotique et choix des paramètres
Dans la section 1.2, nous avons établi les conditions nécessaires et suffisantes sur la fenêtre
hn pour obtenir la consistance de l’estimateur [NW] :

hn → 0 et nhn →∞ lorsque n→∞.
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1.4. Optimalité asymptotique et choix des paramètres

On se propose à présent de déterminer la fenêtre optimale, au sens d’un certain critère
d’efficacité asymptotique. Nous chercherons la fenêtre qui minimise la perte L2 associée à
l’estimateur [NW] en fixant le noyau K dans une certaine classe. Puis, on s’intéressera à
l’optimalité du noyau.

On désigne par K[q] la classe des noyaux d’ordre q à support compact et bornés. Nous
supposons, tout au long de cette section, que le noyau K ∈ K[q]. L’hypothèse K borné
et à support compact est très classique en régression non-paramétrique, elle implique
notamment l’intégrabilité des divers moments de la fonction noyau K(·).
Sous les hypothèses de la proposition 1.3.5, nous avons,

IE
[
m̂NW
n (x)

]
−m(x) =

hq

q!
×
{{

m(q)(x) + q ×m(q−1)(x)
f ′X(x)

fX(x)

}
[µq(K)]

}
(1 + o(1))

=:
hq

q!
×
[
b(x; q)

]
(1 + o(1)). (1.36)

Sous les hypothèses de la proposition 1.3.1, via (1.17), il s’ensuit

Var
[
m̂NW
n (x)

]
=

1

nh
×
{
σ2(x)

fX(x)
[µ0(K

2)]

}
(1 + o(1))

=:
1

nh
×
[
v2(x)

]
(1 + o(1)). (1.37)

Ces développements asymptotiques sont récurrents en optimisation asymptotique, car la
fenêtre optimale équilibre le biais et la variance. On distingue essentiellement deux types
de procédures pour la sélection du paramètre de lissage : l’approche locale et l’approche
globale. En vue de résultats ponctuels ou uniformes, nous choisirons la procédure adé-
quate, c’est à dire l’approche locale pour les résultats de type convergence ponctuelle et
l’approche globale pour les résultats de type convergence uniforme.

-critère de sélection local : AMSE

Nous considérons comme critère d’efficacité la célèbre erreur quadratique moyenne ou
MSE (“mean squared error ”). D’après les formules (1.36) et (1.37), nous pouvons présenter
le théorème spécifiant le comportement asymptotique exact du risque quadratique de
l’estimateur [NW] m̂NW

n au point x.

Théorème 1.4.1 Sous les hypothèses des propositions 1.3.5 et 1.3.1, nous obtenons,

[MSE]
{
m̂NW
n (x)

}
:= IE

[{
m̂NW
n (x)−m(x)

}2
]

=

{
h2q

(q!)2
×
{[
b(x; q)

]}2

+
1

nh
×
[
v2(x)

]}
(1 + o(1)). (1.38)

D’après (1.36) et (1.37),

[MSE]
{
m̂NW
n (x)

}
=

{
IE
[
m̂NW
n (x)

]
−m(x)

}2

+ Var
[
m̂NW
n (x)

]
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Chapitre 1. Régression non-paramétrique par la méthode du noyau

=
h2q

(q!)2
×
{[
b(x; q)

]}2

(1 + o(1)) +
1

nh
×
[
v2(x)

]
(1 + o(1)).

2

D’après le théorème 1.4.1 et la formule (1.38), nous obtenons l’expression de l’erreur
quadratique moyenne asymptotique ou AMSE (“asymptotic mean squared error ”) :

[AMSE]
{
m̂NW
n (x)

}
=

h2q

(q!)2
×
{[
b(x; q)

]}2

+
1

nh
×
[
v2(x)

]
=: [AMSE](h,K). (1.39)

Notons que le risque quadratique asymptotique (1.39) dépend du noyau K et de la fenêtre
h associés à l’estimateur [NW]. Nous supposons, dans un premier temps, le noyau K fixé.
La fenêtre optimale, au sens du critère local de minimisation de l’AMSE au point x, est
alors obtenue en minimisant suivant h la quantité (1.39), c’est à dire

hMSE
n,opt(x) = hMSE(K) = arg min

h
[AMSE](h,K).

La fenêtre hMSE(K) est solution de l’équation suivante :

2q

(q!)2
h2q−1 ×

{[
b(x; q)

]}2

− 1

nh2
×
[
v2(x)

]
= 0.

Lorsque
[
b(x; q)

]
6= 0, nous obtenons

hMSE(K) = n−1/(2q+1)

{
(q!)2

[
v2(x)

]
2q
{[
b(x; q)

]}2

}1/(2q+1)

= n−1/(2q+1)

{ q!(q − 1)!
{ σ2(x)

fX(x)
[µ0(K

2)]
}

2
{
m(q)(x) + q ×m(q−1)(x)

f ′X(x)

fX(x)

}2

[µq(K)]2

}1/(2q+1)

(1.40)

La fenêtre hMSE(K) minimise donc asymptotiquement la MSE de l’estimateur [NW] au
point x (critère local). Après calculs, il s’ensuit

min
h

[AMSE](h,K) =

{
(q!)−2(q+1)/2q+1

{(q − 1)!

2

}2q/2q+1

+
{q!(q − 1)!

2

}−1/2q+1
}
×{[

v2(x)
]}2q/2q+1∣∣∣[b(x; q)]∣∣∣2/2q+1

n−2q/2q+1.

Pour simplifier notre écriture, on peut considérer le cas particulier q = 2, qui correspond
au cadre d’étude où le noyau est positif ou d’ordre 2. D’après (1.40), lorsque q = 2,

hMSE(K) = n−1/5

{ { σ2(x)

fX(x)
[µ0(K

2)]
}

{
m′′(x) + 2×m′(x)

f ′X(x)

fX(x)

}2

[µ2(K)]2

}1/5

.
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1.4. Optimalité asymptotique et choix des paramètres

Nous obtenons, en conséquence,

min
h

[AMSE](h,K) =
5

4

{ σ2(x)

fX(x)

}4/5∣∣∣m′′(x)+2×m′(x)
f ′X(x)

fX(x)

∣∣∣2/5[µ0(K
2)]4/5[µ2(K)]2/5n4/5.

Par convenance, nous introduisons les notations :

G[q] :=

{
(q!)−2(q+1)/2q+1

{(q − 1)!

2

}2q/2q+1

+
{q!(q − 1)!

2

}−1/2q+1
}
,

C[K, q] := [µ0(K
2)]2q/(2q+1)[µq(K)]2/(2q+1).

Il s’ensuit le corollaire suivant.

Corollaire 1.4.1 On suppose les hypothèses du Théorème 1.4.1 vérifiées. Nous avons, si
m̂NW
n (x) est construit avec la fenêtre h = hMSE(K) (estimateur oracle),

lim
n→∞

n2q/2q+1IE
[{
m̂NW
n (x)−m(x)

}2
]

= G[q]
∣∣∣m(q)(x) + q ×m(q−1)(x)

f ′X(x)

fX(x)

∣∣∣2/2q+1

×
{ σ2(x)

fX(x)

}2q/2q+1

C[K, q].

Remarque 1.4.1 La fonction aléatoire m̂NW
n (·) définie en (1.5) avec la fenêtre hMSE(K)

n’est plus un estimateur, stricto sensu, car elle dépend de la fonction de régression à
estimer. Ce type de fonction est appelée pseudo-estimateur ou estimateur oracle dans la
littérature. Le corollaire ci-dessus n’a donc aucun intérêt en pratique car il ne permet pas
de construire un estimateur. Il est possible toutefois de remplacer les quantités inconnues
par des estimateurs préliminaires consistants. Cette procédure, dite plug-in, conduit à
des algorithmes itératifs tels le plug-in itéré (voir, Biau [10]). Pour d’autres procédures
conduisant au choix de la fenêtre dans le cadre de l’estimation de la densité fX , nous
citons l’ouvrage de Eggermont et LaRiccia (2001), chapitre 7, [34].

La fenêtre optimale hMSE(K) permet de déterminer la vitesse de convergence optimale du
risque quadratique (proche de 1/n) lorsque le noyau est fixé dans la classe de fonctions
K[q]. On s’intéresse à présent à l’optimalité du noyau sur K[q]. Il faut remarquer que le
choix du noyau n’a d’impact que sur la constante limite, par l’intermédiaire de C[K, q].
Le problème du choix optimal du noyau K se résume ainsi :

KMSE
opt := arg min

K∈K[q]

{
[µ0(K

2)]2q/(2q+1)[µq(K)]2/(2q+1)
}
. (1.41)

On note que le noyau d’Epanechnikov (ou Bartlett-Epanechnikov, [6] et [44]) est solution
de la problématique (1.41) lorsque q = 2 et le support du noyau [−1, 1]. On rappelle la
définition du noyau d’Epanechnikov,

KE(u) :=
3

4

{
1− u2

}
II
{
|u| ≤ 1

}
,

19



Chapitre 1. Régression non-paramétrique par la méthode du noyau

qui fournit la valeur minimale C[KE, 2] = 34/55−6/5. Nous pouvons alors donner l’expres-
sion de la fenêtre optimale correspondante :

hMSE(KE) = n−1/5

{ 15
{ σ2(x)

fX(x)

}
{
m′′(x) + 2×m′(x)

f ′X(x)

fX(x)

}2

}1/5

.

Pour d’autres développements et perspectives autour de l’optimalité des noyaux d’ordre
élevés, on cite les travaux de Granovsky, Müller et Pfeifer (1995) [59] ainsi que l’article
récent de Mammitszch (2001) [97].

-critère de sélection global : AMISE

A présent, on s’intéresse à l’estimation de la fonction de régression sur un intervalle I ⊆ IR
et au risque global de l’estimateur [NW] sur cet intervalle. On introduit pour cela l’erreur
quadratique intégrée moyenne ou MISE (“mean integrated squared error ”),

[MISE]
{
m̂NW
n (x)

}
:= IE

[∫
I

{
m̂NW
n (x)−m(x)

}2
dx

]
=

∫
I

[MSE]
{
m̂NW
n (x)

}
dx

=

∫
I

IE
[{
m̂NW
n (x)−m(x)

}2
]
dx,

d’après le théorème de Tonelli-Fubini.
Théorème 1.4.2 Supposons les hypothèses des propositions 1.3.5 et 1.3.1.

[MISE]
{
m̂NW
n (x)

}
=
{ h2q

(q!)2

∫
I

{[
b(x; q)

]}2
dx+

1

nh

∫
I

[
v2(x)

]
dx
}

(1 + o(1)). (1.42)

La fenêtre optimale, au sens du critère global de minimisation de l’AMISE (“asymptotic
mean integrated squared error ”) sur l’intervalle I, est donnée par,

hMISE
n,opt (x) = n−1/(2q+1)

{
q!(q − 1)!

∫
I

[
v2(x)

]
dx

2
∫
I

{[
b(x; q)

]}2
dx

}1/(2q+1)

. (1.43)

De nouveau, la fenêtre optimale dépend de paramètres inconnus et n’est donc pas utilisable
en pratique. On se propose de remédier à cet obstacle via une méthode de référence, la
validation croisée, présentée dans la section suivante.

Le choix optimal de la fenêtre dans le cadre multivarié est fondé sur les formules asympto-
tiques (1.35) et (1.19), en supposant vérifiées les hypothèses des propositions 1.3.2 et 1.3.6.
Nous citons les articles de Mack et Müller (1987) [94] ainsi que Müller et Prewitt (1993)
[106], qui ont démontré la consistance d’estimateurs à noyaux de type [NW], construits
avec une fenêtre asymptotiquement optimale, via la méthode plug-in. Les estimateurs pro-
posés sont alors asymptotiquement efficaces (au sens MSE) et on note que la technique de
démonstration repose sur l’étude de la convergence faible d’un certain processus d’erreur
(cf. [1] et [87] dans le cadre de l’estimation de la densité). A ce titre, nous rappelons que
la convergence faible d’un processus stochastique s’appuie sur deux arguments, l’étude de
la convergence faible en dimension finie combinée à une hypothèse d’équicontinuité.
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1.5. La validation croisée

1.5 La validation croisée

Dans cette section, nous supposons le noyau K fixé, et on ne s’intéresse qu’au choix de
la fenêtre h. Nous avons observé dans les précédents paragraphes que l’efficacité de l’es-
timateur [N-W] est liée au paramètre de lissage, la fenêtre h. Il faut choisir la fenêtre
afin d’équilibrer un terme stochastique (la variance) et un terme déterministe (le biais), si
possible indépendamment des propriétés de régularité de la courbe de régression. Dans la
précédente section, la fenêtre optimale qui minimise le risque quadratique intégré (MISE)
est obtenue sous des hypothèses de régularité spécifiques et dépend alors de quantités
inconnues, fonctionnelles de la distribution du couple (X, Y ). Afin de construire un es-
timateur non oracle qui minimise l’erreur quadratique, il faut utiliser d’autres méthodes
dont la plus commune est appelée la procédure de validation croisée. L’idée principale de
la validation croisée consiste à minimiser, par rapport à h, l’estimé d’une mesure de la
MISE. La fenêtre h n’est alors plus déterministe, elle dépend des observations, à l’instar
des méthodes plug-in dont nous reparlerons dans le paragraphe suivant.

Cadre de travail

Soient (X, Y ), (X1, Y1), (X2, Y2), . . ., des variables aléatoires i.i.d. à valeurs dans IRp ×
IR. Nous considérons des estimateurs à noyaux, avec fenêtre aléatoire (ou “data-driven
bandwidth”) de la forme,

ĥ = ĥn := hn
{
(X1, Y1), . . . , (Xn, Yn);x

}
∈ Hn, x ∈ IRp,

lorsque Hn désigne un sous-ensemble de IRn
+ (i.e., la zone de variation de ĥn). Soit d(·, ·)

une certaine distance, utilisée pour définir le risque, qui servira à mesurer l’efficacité d’un
certain estimateur m̂n de la fonction de régression. Afin de simplifier l’exposition de la
procédure de validation croisée, nous travaillerons avec l’estimateur [NW] de la régression,
qui sera noté m̂h pour souligner sa dépendance en h,

m̂h(x) :=

n∑
i=1

YiK
(x−Xi

h

)
n∑
i=1

K
(x−Xi

h

) , lorsque
n∑
i=1

K
(x−Xi

h

)
6= 0.

La méthode de sélection de la fenêtre ĥ est dite asymptotiquement optimale par
rapport à la distance d lorsque nous avons

lim
n→∞

[
d(m̂ĥ,m)

inf
h∈Hn

d(m̂h,m)

]
p.s.
= 1, (1.44)

où la notation p.s.
= désigne une égalité presque sûre. Par la suite, nous désignons par w(·)

une fonction de poids positive et arbitraire. Les différentes distances considérées dans
cette section sont :
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-l’Erreur Moyenne Quadratique :

dM(m̂,m) =
1

n

n∑
i=1

{
m̂(Xi)−m(Xi)

}2
w(Xi);

-l’Erreur Quadratique Intégrée :

dI(m̂,m) =

∫
IRp

{
m̂(x)−m(x)

}2
w(x)fX(x)dx;

-l’Erreur Quadratique Intégrée Moyenne Conditionnelle :

dC(m̂,m) = IE
[
dI(m̂,m)|X1, . . . , Xn

]
.

Remarque 1.5.1 Chacune de ces mesures d’erreur dM , dI ou dC se décompose en un
terme de biais au carré et un terme de variance. Par exemple, la variance de l’estimateur
m̂NW
n (x) est proportionnelle à fX(x)−1 d’après (1.19). Il s’ensuit un choix naturel de

w(x) = fX(x) lorsque l’on travaille avec l’estimateur [NW] (voir Nadaraya (1982) ou
Härdle et Kelly (1987) [71]).

Maintenant, nous allons présenter la procédure de sélection de la fenêtre aléatoire ĥ pour
la distance dI . On peut décomposer dI(m̂h,m) de la manière suivante,

dI(m̂h,m) =

∫
IRp

{
m̂h(x)−m(x)

}2
w(x)fX(x)dx

=

∫
IRp

m̂2
h(x)w(x)fX(x)d(x)− 2

∫
IRp

m̂h(x)m(x)w(x)fX(x)d(x)

+

∫
IRp

m2(x)w(x)fX(x)d(x).

Comme la dernière intégrale est indépendante de h, pour minimiser la perte associée à la
distance dI en fonction de h, il suffit de minimiser∫

IRp

m̂2
h(x)w(x)fX(x)d(x)− 2

∫
IRp

m̂h(x)m(x)w(x)fX(x)d(x). (1.45)

Cependant, ceci n’est pas réalisable en pratique car cette dernière quantité dépend de
fonctions inconnues m(·) et fX(·). La méthode classique pour contourner cette difficulté
consiste à remplacer ces termes par leur versions empiriques. Nous remarquons que le
deuxième terme de l’intégrale∫

IRp

m̂h(x)m(x)w(x)fX(x)d(x) = IE
[
m̂h(X)Y w(X)

]
.

Il s’ensuit comme estimateur naturel,

1

n

n∑
i=1

{
m̂i(Xi)Yiw(Xi)

}
,
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où m̂i(·) est l’estimateur dénommé “ leave-one-out”, défini par,

m̂i(x) :=

∑
j 6=i

YjK
(x−Xj

h

)
∑
j 6=i

K
(x−Xj

h

)
L’estimateur “ leave-one-out” est simplement l’estimateur [N-W] construit avec les (n− 1)
couples aléatoires

{
(X1, Y1), . . . , (Xi−1, Yi−1), (Xi+1, Yi+1), . . . , (Xn, Yn)

}
. De même, il est

possible d’approximer le premier terme intégrale de (1.45) par,

1

n

n∑
i=1

{
m̂2
i (Xi)w(Xi)

}
.

En somme, il paraît raisonnable de choisir la fenêtre h qui minimise la version empirique
de (1.45), c’est à dire h qui minimise :

1

n

n∑
i=1

{
m̂2
i (Xi)w(Xi)

}
− 2

n

n∑
i=1

{
m̂i(Xi)Yiw(Xi)

}
.

Cette dernière quantité est égale à

1

n

n∑
i=1

{
m̂i(Xi)− Yi

}2
w(Xi)−

1

n

n∑
i=1

{
Yi
}2
w(Xi).

où le deuxième terme ne dépend pas de h et n’intervient donc pas dans la minimisation.
Le critère de sélection de la fenêtre se réduit à :

-choisir ĥ qui minimise

CV (h) :=
1

n

n∑
i=1

{
Yi − m̂i(Xi)

}2
w(Xi). (1.46)

Cette méthode est bien connue dans la littérature statistique et est appelée procé-
dure par validation croisée. Les références principales à ce sujet sont Hall (1984)
[61], Härdle et Marron (1985) [73], Härdle et Kelly (1987) [71], concernant l’estimation
non-paramétrique de la régression. La procédure de validation croisée peut s’interpréter
comme étant le meilleur choix de h qui fait de m̂i(Xi) un estimateur efficace de Yi au
sens de (1.46). Sous les hypothèses (A.1–6), p. 1467-1468, [73], nous avons le théorème
suivant :

Théorème 1.5.1 Härdle et Marron (1985)
La procédure de validation croisée, choisir ĥ qui minimise CV (h), est asymptotiquement
optimale, au sens de (1.44), par rapport aux distances dM , dI et dC.
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Chapitre 1. Régression non-paramétrique par la méthode du noyau

Autres méthodes de sélection

En supposant le noyau K fixé, sélectionner la meilleure fenêtre h à partir des données
consiste à définir une fenêtre aléatoire de la forme h((X1, Y1), . . . , (Xn, Yn)) approchant
au mieux la fenêtre optimale (cette fois-ci déterministe) au sens d’un certain critère (gé-
néralement minimiser une erreur liée à une distance ou une norme). Il est important de
remarquer que l’optimalité n’est pas un concept absolu mais est liée au choix d’une fonc-
tion de risque (MSE ou MISE par exemple). Si la procédure de sélection de la fenêtre ne
requiert aucun choix de paramètre a priori, nous dirons qu’une telle méthode est auto-
matique. Le praticien qui cherche à trouver le paramètre de lissage optimal en fonction
des données a le choix entre deux méthodologies principales. La première méthodologie
comprend des procédures de sélection traditionnelles, essentiellement des variations de la
validation croisée définie dans la section précédente. Ces procédures sont automatiques et
asymptotiquement équivalentes d’après l’article de Härdle, Hall and Marron (1988) [69].
Un des problèmes majeurs (ou point faible) lié à la validation croisée est son manque de
robustesse par rapport aux changements de taille de l’échantillon. Plus précisément, le
paramètre de lissage optimisant une certaine mesure d’erreur ne peut être approché qu’à
la vitesse n1/10. La principale alternative à la validation croisée est d’utiliser une procé-
dure de selection de fenêtre dite “de deuxième génération”. Ces procédures, développées
principalement dans les années 90, sont de type plug-in et donnent de meilleurs résultats
théoriques et pratiques. Il convient de citer l’article de Jones, Marron and Sheather (1996)
[83]) pour des références complètes et une étude comparative des différentes méthodes de
sélection, mettant en exergue l’avantage des méthodes plug-in sur la validation croisée
classique. Par exemple, dans l’article de Härdle, Hall and Marron (1992) [70], la vitesse
de convergence de la fenêtre aléatoire vers la fenêtre théorique est optimale, c’est à dire
de l’ordre O(n−1/2), telle que

n1/2

{
ĥ− h0

h0

}
L−→ N ,

où h0 dénote la fenêtre optimale, ĥ son estimé et N une variable aléatoire gaussienne.
Pour des travaux plus récents concernant les méthodes de sélection de fenêtre avec vitesse
de convergence

√
n dans un cadre multivarié, nous citons enfin Wu et Tsai (2004) [150].

1.6 Normalité asymptotique

La première démonstration de la normalité asymptotique de l’estimateur [NW] est due
à Schuster (1972) [120]. On se réfère également aux théorèmes 1.3 et 1.4 p. 117-120 de
Nadaraya [109] et au théorème 4.2.1 p. 99 de Härdle (1990) [66], qui proposent d’autres
méthodes de démonstration. Le noyau K est supposé borné, à support compact et d’ordre
2. La fenêtre hn est choisie égale à cn−1/5.

Théorème 1.6.1 Härdle (1990)
Supposons Y bornée ou admettant un moment d’ordre l > 2. Les fonctions fX(·) et m(x)

24
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sont supposées deux fois continûment dérivables sur IR. A chaque point de continuité de
σ2(x), tel que fX(x) > 0,

(nh)1/2
{
m̂NW
n (x)−m(x)

} L→ N (B(x), v2(x)), (1.47)

avec
v2(x) :=

σ2(x)

fX(x)

∫
IR

K2(u)du, (la variance asymptotique),

et
B(x) :=

{
m′′(x) + 2m′(x)

f ′X(x)

fX(x)

}
×
∫

IR

u2K(u)du, (le biais asymptotique).

Pour un nombre d de points x1, . . . , xd de continuité, nous avons,{
(nh)1/2

{m̂NW
n (xi)−m(xi)

v(xi)

}}d
i=1

L→ Nd

({
B(xi)

}d
i=1
, Id

)
, (1.48)

où Id dénote la matrice identité d-dimensionnelle.

-Extension multidimensionnelle : X ∈ IRp

Afin d’énoncer proprement le théorème concernant la normalité asymptotique, nous réca-
pitulons certaines hypothèses essentielles, liées au contrôle du biais et de la variance dans
le cadre multivarié.

Soit Vx un voisinage du point x. On suppose les conditions suivantes sur la distribution
du couple (X, Y ).

-Toutes les dérivées partielles d’ordre 2 de m(·) existent sur Vx ;

-toutes les dérivées partielles d’ordre 2 de fX(·) existent et sont continues sur Vx, de plus
fX(u) > 0, pour tout u ∈ Vx ;

-la densité jointe fX,Y (u, y) est continue sur Vx×IR, et toutes les dérivées partielles d’ordre
2 par rapport aux composantes du vecteur u existent et sont continues sur Vx × IR.

Dans le cadre multivarié, la fonction noyau K : IRp → IR satisfait :

celles - K est à support compact tel que
∫

IRp

K2(u)du <∞ ;

- K est d’ordre 2.

La fenêtre h = hn vérifie h → 0 et nhp → ∞. Plus précisément, en vue d’un équili-
brage biais-variance, nous choisissons h de l’ordre n−1/(4+p). On rappelle l’expression de
la variance et du biais asymptotiques de l’estimateur m̂NW

n (x) : via (1.19),

1

nhp
×
{Var

[
Y |X = x

]
fX(x)

∫
IRp

K2(u)du
}

=:
1

nhp
v2(x),

et d’après (1.34),
h2

2

{Q[r](x)−m(x)Q[fX ](x)

fX(x)

}
=: h2B(x).

En supposant les hypothèses ci-dessus vérifiées, il s’ensuit la normalité asymptotique dans
le cadre multivarié. D’après la proposition 3, p. 243, de Müller et Song (1993) [107] :
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Chapitre 1. Régression non-paramétrique par la méthode du noyau

Théorème 1.6.2 Müller et Song (1993){
nhp
}1/2

{
m̂NW
n (x)−m(x)

}
L→ N

(
B(x), v2(x)

)
.

1.7 Estimation par la méthode des polynômes locaux
L’estimation de la fonction de régression par la méthode des polynômes locaux est fon-
dée sur une simple généralisation de l’estimateur [NW]. L’idée maîtresse de l’approche
localement polynomiale est de considérer le problème de la régression sous l’angle des
moindres carrés. Intuitivement, cette démarche est pleine de bon sens, en dénotant que la
fonction de régression m(·) est elle même solution d’un problème de moindres carrés. Par
convenance, nous rappelons la définition de l’estimateur [NW] : lorsque K ≥ 0,

m̂NW
n (x) =

n∑
i=1

YiK
(x−Xi

hn

)
n∑
i=1

K
(x−Xi

hn

) =
r̂n(x)

f̂X;n(x)
.

Nous avons, lorsque K ≥ 0, {
r̂n(x)− m̂NW

n (x)f̂X;n(x)
}

= 0.

L’estimateur de la régression m̂NW
n (x) peut donc être regardé comme la solution du pro-

blème de moindres carrés pondérés suivant :

arg min
θ∈IR

n∑
i=1

{Yi − θ}2K
(x−Xi

hn

)
. (1.49)

En d’autres termes, l’estimateur m̂NW
n (x) est obtenu par une approximation des moindres

carrés localement constante. Le principe de l’estimation localement polynomiale consiste
en l’ajustement local d’un polynôme de degré p aux données {(Xi, Yi) : 1 ≤ i ≤ n}. Le
but de cette section est de présenter les estimateurs localement polynomiaux ainsi que
leurs propriétés statistiques fondamentales.

1.7.1 Construction et définition des estimateurs localement poly-
nomiaux

Soit p un entier naturel fixé. Nous cherchons à ajuster le polynôme

β0 + β1(· − x) + β2(· − x)2 + . . .+ βp(· − x)p

aux données (Xi, Yi), via la méthode des moindres carrés pondérés .

Premièrement, on suppose l’existence de la (p+1)-ième dérivée de la fonction de régression
m(·) au point x. Cette hypothèse, bien que difficile à vérifier en pratique, est essentielle
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1.7. Estimation par la méthode des polynômes locaux

pour valider théoriquement la construction de l’estimateur localement polynomial. Nous
pouvons alors approximer localement la fonction de régression m(x) par un polynôme
d’ordre p. Il s’ensuit, via le développement de Taylor autour du point x,

m(z) ≈ m(x) +m′(x)(z − x) +
m′′(x)

2
(z − x)2 + . . .+

m(p)(x)

p!
(z − x)p

≈
p∑
j=0

m(j)(x)

j!
(z − x)j =:

p∑
j=0

βj(z − x)j, (1.50)

lorsque z est situé dans un voisinage du point x.

A présent, nous ajustons localement le polynôme (1.50) aux données
{
(Xi, Yi) : 1 ≤ i ≤ n

}
par la méthode des moindres carrés pondérés avec comme fonction de poidsK

{
(·−x)/hn

}
.

Il faut minimiser par rapport au vecteur β = (β0, . . . , βp)
T ∈ IRp+1 la quantité suivante

n∑
i=1

{
Yi −

p∑
j=0

βj(Xi − x)j
}2

K
(Xi − x

hn

)
. (1.51)

Comme pour l’estimateur [NW], les paramètres K et hn déterminent la forme et la taille
du voisinage autour du point x. Soit β̂ = (β̂0, . . . , β̂p)

T ∈ IRp+1, le vecteur qui minimise
l’expression (1.51). D’après l’égalité en (1.50), la dérivée k-ième m(k)(x) peut être donc
estimer par β̂k × k !, pour k = 0, 1, . . . , p. Il s’ensuit la définition suivante :

Définition 1.7.1 La statistique

m̂(k)
n (x; p) = β̂k × k ! , 0 ≤ k ≤ p , (1.52)

est l’estimateur localement polynomial d’ordre p de la dérivée k-ième de la régression
m(k)(x), et noté estimateur [LP](p) de m(k)(x).

Lorsque k = p = 0, on retrouve bien l’estimateur [NW], i.e. m̂n(x; 0) = m̂NW
n (x). Un

exemple particulièrement intéressant est le cas p = 1 et k = 0. L’estimateur m̂n(x; 1) de
la fonction de régression est appelé l’estimateur localement linéaire et noté m̂LL

n (x).
D’après (1.51) et (1.52), il est égal à β̂0 lorsque β̂ = (β̂0, β̂1) désigne le vecteur solution
de l’équation des moindres carrés suivante :

arg min
β0,β1

n∑
i=1

{
Yi − β0 − β1(Xi − x)

}2

K
(Xi − x

hn

)
.

Plus explicitement, l’estimateur [LL] est défini par :

m̂LL
n (x) :=

r̂n,0(x)f̂n,2(x)− r̂n,1(x)f̂n,1(x)

f̂n,0(x)f̂n,2(x)− f̂n,1(x)f̂n,1(x)
, (1.53)

où

f̂n,j(x) :=
1

nhn

n∑
i=1

{Xi − x

hn

}j
K
(Xi − x

hn

)
, j = 0, 1, 2,
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r̂n,j(x) :=
1

nhn

n∑
i=1

Yi

{Xi − x

hn

}j
K
(Xi − x

hn

)
, j = 0, 1.

Nous constaterons, par la suite, que les estimateurs [LP] sont supérieurs aux estimateurs
à noyaux [NW] (1.4) et [GM] (1.12) dans le cadre du dispositif expérimental aléatoire.
D’après Fan (1992) [45], l’estimateur [LL] ou [LP](1) a un meilleur biais que l’estimateur
[NW] et une meilleure variance que l’estimateur [GM]. De plus, l’estimateur [LL] a de
bonnes propriétés minimax, il est le meilleur estimateur sur la classe des fonctions de
régression à dérivée seconde bornée, parmi tous les estimateurs linéaires (cf. Fan (1993),
[46]). On se réfère aux ouvrages de Wand et Jones (1995) [148] et Fan et Gijbels (1996)
[49] pour une exposition complète des propriétés des estimateurs [LP] avec de nombreuses
applications statistiques.

1.7.2 Biais et variance des estimateurs localement polynomiaux

Les estimateurs localement polynomiaux sont issus d’un problème de moindres carrés.
Il est préférable d’adopter une notation matricielle dans ce contexte. Soit Xx la matrice
associée à notre dispositif expérimental :

Xx = X =

 1 (X1 − x) . . . (X1 − x)p

...
...

...
1 (Xn − x) . . . (Xn − x)p


n×(p+1)

.

Nous posons

y =

 Y1
...
Yn


n×1

et β =

 β0
...
βp


(p+1)×1

.

On désigne par Wx la matrice diagonale n× n de poids :

Wx = W = diag
{
K
(Xi − x

hn

)}
.

La problématique des moindres carrés (1.51) peut se résumer ainsi :

min
β∈IRp+1

(y −Xβ)TW(y −Xβ),

où le signe T dénote la transposition, pour un vecteur ou une matrice. On suppose doré-
navant l’inversibilité de la matrice carré XTWX ∈Mp+1(IR).

Remarque 1.7.1 Plus généralement, si la matrice XTWX ∈ Mp+1(IR) est définie po-
sitive l’estimateur [LP](p) appartient à la classe des estimateurs linéaires (cf. (1.60) ci-
après).
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D’après la théorie des moindres carrés, le vecteur de solution est donné par

β̂ =
{
XTWX

}−1
XTWy. (1.54)

Cette dernière égalité (1.54) permet de formuler aisément le biais et la variance condi-
tionnels de l’estimateur β̂. Nous rappelons la définition du vecteur β,

β =
{
m(x), . . . ,

m(p)(x)

p!

}T
,

d’après (1.50). Soit XX l’ensemble des variables Xi, 1 ≤ i ≤ n. Nous définissons,

m =
{
m(X1), . . . ,m(Xn)

}T et r = m−Xβ le vecteur des résidus.

Il s’ensuit, d’après (1.54),

IE
[
β̂ |XX

]
=

{
XTWX

}−1
XTWm

= β +
{
XTWX

}−1
XTWr. (1.55)

Soit
Σ = diag

{
K2
(Xi − x

hn

)}
σ2(Xi) ∈Mn(IR),

où σ2(x) = Var
[
Y |X = x

]
. La matrice de variance-covariance conditionnelle est

Var
[
β̂ |XX

]
=
{
XTWX

}−1{
XTΣX

}{
XTWX

}−1 (1.56)

Les expressions (1.55) et (1.56) ne sont pas directement utilisables, car elles dépendent de
quantités inconnues : le vecteur des résidus r et la matrice Σ. Ruppert et Wand (1994)
[118] ont obtenu des développements asymptotiques pour le biais et la variance de l’esti-
mateur localement polynomial m̂(k)

n (x; p) défini en (1.52). Avant d’énoncer leur théorème,
on rappelle quelques notations utiles. Les moments de K et K2 sont dénotés par

[µj(K)] =

∫
IR

ujK(u)du et [µj(K
2)] =

∫
IR

ujK2(u)du respectivement,

avec j ∈ IN. Soient

S =
(
[µj+l(K)]

)
0≤j,l≤p

∈Mp+1(IR)

S̃ =
(
[µj+l+1(K)]

)
0≤j,l≤p

∈Mp+1(IR)

S̄ =
(
[µj+l(K

2)]
)

0≤j,l≤p
∈Mp+1(IR)

cp =
(
[µp+l(K)], . . . , [µ2p+1(K)]

)T
∈ IRp+1

c̃p =
(
[µp+2(K)], . . . , [µ2p+2(K)]

)T
∈ IRp+1.

Nous désignons par ek+1 = (0, . . . , 0, 1, 0, . . . , 0)T le (k+1)-ième vecteur unité dans IRp+1.
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Théorème 1.7.1 Ruppert et Wand (1994)
Nous supposons fX(x) > 0 et les fonctions fX(·), mp+1(·) et σ2(·) continues dans un
voisinage du point x. La fenêtre h vérifie h→ 0 et nh→∞. Alors, nous obtenons,

Var
[
m̂(k)
n (x; p)|XX

]
= (k !)2 × eTk+1S

−1S̄S−1ek+1
σ2(x)

nh1+2kfX(x)
+ oIP

( 1

nh1+2k

)
. (1.57)

Lorsque p− k est impair,

Biais
[
m̂(k)
n (x; p)|XX

]
= k !× eTk+1S

−1 cp
(p+ 1)!

m(p+1)(x)hp+1−k + oIP

(
hp+1−k). (1.58)

Lorsque p − k est pair, en supposant f ′X(·) et m(p+2)(·) continues dans un voisinage du
point x ainsi que nh3 →∞, le biais conditionnel asymptotique est donné par,

k !× eTk+1S̃
−1 c̃p

(p+ 2)!

{
m(p+2)(x) + (p+ 2)m(p+1)(x)

f ′X(x)

fX(x)

}
hp+2−k + oIP

(
hp+2−k).

D’après le théorème ci-dessus, il apparaît clairement une différence entre le cas p− k pair
et le cas p−k impair. Lorsque p−k pair, le terme de biais principal en O(hp+1) s’annule via
la symétrie de noyau K. Par contre, lorsque p− k impair, le terme de bais asymptotique
a une expression simple où ne figure pas de termes de dérivées tels f ′X(x). On remarque
que lorsque p = k = 0, on retrouve bien le biais asymptotique de l’estimateur [NW]. D’un
point de vue pratique et théorique, nous privilégierons le cas p− k impair (cf. la section
3.3 de [49]), où la forme du biais est plus appréciable d’un point de vue théorique.

La meilleure représentation des estimateurs [LP] est obtenue par la méthode des “noyaux
équivalents”, c’est à dire en réécrivant asymptotiquement les estimateurs [LP] sous une
forme plus classique proche de l’estimateur [NW]. Nous introduisons la notation suivante :

Sn,j =
n∑
i=1

(
Xi − x

)j
K
(Xi − x

hn

)
. (1.59)

Soit Sn = XTWX la matrice carré de dimension p+ 1 définie également par,

Sn =
{
Sn,j+l

}
0≤ j , l≤p.

D’après (1.54),

β̂k = eTk+1β̂ = eTk+1S
−1
n XTWy

=
n∑
i=1

W n
k

(Xi − x

hn

)
Yi. (1.60)

On remarque que

XTW =


K
(X1 − x

hn

)
. . . K

(Xn − x

hn

)
...

...
...

(X1 − x)pK
(X1 − x

hn

)
. . . (Xn − x)pK

(Xn − x

hn

)


(p+1)×n

.
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Il s’ensuit

XTWy =



n∑
i=1

YiK
(Xi − x

hn

)
...

n∑
i=1

Yi
(
Xi − x

)p
K
(Xi − x

hn

)


(p+1)×1

.

Nous obtenons finalement,

W n
k

(Xi − x

hn

)
= eTk+1S

−1
n ×


K
(Xi − x

hn

)
...(

Xi − x
)p
K
(Xi − x

hn

)


ou
W n
k (t) = eTk+1S

−1
n

{
1, th, . . . , (th)p

}T
K(t). (1.61)

L’estimateur β̂k a donc une forme conventionnelle, excepté que le noyau W n
k dépend des

points Xi et de leur localisation. Ceci explique intuitivement pourquoi l’estimation locale-
ment polynomiale s’adapte aux différents dispositifs expérimentaux ainsi qu’à l’estimation
aux bornes du support de la densité. Nous énonçons à présent une propriété fondamentale
des estimateurs [LP](p).

Lemme 1.7.1 La fonction de poids W n
k (·) satisfait la condition suivante :

n∑
i=1

(
Xi − x

)q
W n
k

(Xi − x

hn

)
= δk,q, 0 ≤ k, q ≤ p.

Ci-dessus δk,q dénote le symbole de Kronecker.

n∑
i=1

(
Xi − x

)q
W n
k

(Xi − x

hn

)
= eTk+1S

−1
n

n∑
i=1

(
Xi − x

)q


1(
Xi − x

)
...(

Xi − x
)p
K

(Xi − x

hn

)

= eTk+1S
−1
n Sneq+1 = eTk+1 × eq+1 = δk,q .

2

Comme conséquence du lemme 1.7.1, le biais à distance finie de l’estimateur β̂k est nul
lorsque la fonction m(k)(·) à estimer est un polynôme de degré inférieur ou égal à p. Cette
propriété met en exergue un des avantages pratiques de l’estimation par la méthode des
polynômes locaux pour la réduction du biais, en comparaison avec l’utilisation de noyaux
d’ordres élevés. En effet, le biais est nul à n fixé et non asymptotiquement. En d’autres
termes, l’estimateur [LP](p) possède la propriété de reproduire les polynômes de degré
q ≤ p (cf. proposition 1.12, p. 32, [142]).
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Nous continuons l’investigation des propriétés de la fonction de poids W n
k . Nous notons

que, lorsque h→ 0 et nh→∞,

Sn,j = IE
[
Sn,j

]
+OIP

(√
Var
[
Sn,j

])
= nhj+1

∫
IR

ujK(u)fX(x+ hu)du+OIP

(√
IE
[
S2
n,j

])
= nhj+1

{
fX(x)[µj](K) + o(1) +OIP

(
1/
√
nh
)}

= nhj+1fX(x)[µj](K)
{
1 + oIP(1)

}
,

via une application du lemme de Bochner et de la loi des grands nombres. Il s’ensuit

Sn = nfX(x)HSH
{
1 + oIP(1)

}
, (1.62)

où H = diag
{
1, h, . . . , hp

}
. En substituant la formule (1.62) dans la définition (1.61) de

W n
k (·), nous obtenons

W n
k (t) =

1

nhk+1fX(x)
eTk+1S

−1
{
1, h, . . . , hp

}T
K(t)

{
1 + oIP(1)

}
.

Il en découle,

β̂k =
1

nhk+1fX(x)

n∑
i=1

YiK
∗
k

(Xi − x

hn

){
1 + oIP(1)

}
, (1.63)

avec
K∗
k(t) := eTk+1S

−1
{
1, h, . . . , hp

}T
K(t). (1.64)

Le noyau en (1.64) est appellé noyau équivalent (“equivalent kernel ”) et est très utile pour
exprimer les propriétés asymptotiques de l’estimateur [LP](p). Le noyau (1.64) vérifie les
conditions de moments suivantes :∫

IR

uqK∗
k(u) = δk,q, 0 ≤ k, q ≤ p. (1.65)

Le noyau équivalent K∗
k(u) est donc simplement un noyau d’ordre (k, p + 1) (cf. (A.24)

ou définition A.6.2 en annexe). On le note en conséquence K∗
k,p(u) afin de souligner la

dépendance en p. Pour plus de détails concernant les noyaux équivalents et le lien entre
l’estimation [LP] et les autres méthodes d’estimation ([NW] et [GM]), nous nous référons
aux articles de Lejeune (1985) [90] et Müller (1987) [103].

La variance et le biais conditionnels de l’estimateur m̂
(k)
n (x; p), spécifiés en (1.57) et

(1.58) respectivement, peuvent être exprimés en fonction du noyau équivalent K∗
k,p(·),

nous conduisant aux expressions asymptotiques suivantes :

Var
[
m̂(k)
n (x; p)|XX

]
=

{
1

nh1+2k
× σ2(x)

fX(x)

{
(k !)2

∫
IR

{
K∗
k,p(u)

}2
du
}}{

1 + oIP(1)
}
, (1.66)
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et

Biais
[
m̂(k)
n (x; p)|XX

]
=

{
hp+1−k×m

(p+1)(x)

(p+ 1)!

{
k !

∫
IR

up+1K∗
k,p(u)du

}}{
1+oIP(1)

}
. (1.67)

Ces développements asymptotiques sont obtenues aisément en s’appuyant sur les formules
(1.63) et (1.65).

La fenêtre optimale au sens du critère local de minimisation de l’AMSE est obtenue à
partir de (1.66) et (1.67) :

hMSE(x) = Ck,p(K)

{
σ2(x)

fX(x)
{
m(p+1)(x)

}2

}1/(2p+3)

n−1/(2p+3),

avec

Ck,p(K) :=

{{
(p+ 1)!

}2
(2k + 1)

[
µ0

({
K∗
k,p(u)

}2)]
2(p+ 1− k)

[
µp+1

(
K∗
k,p(u)

)] }1/(2p+3)

.

A partir de ces formules, il existe différentes procédures pour choisir la fenêtre optimale à
partir des données. Citons l’article de Fan et Gijbels (1995) [48] qui combine les notions
de la validation croisée et du “plug-in” ainsi que le papier de Ruppert, Sheather et Wand
(1995) [117] qui propose plusieurs méthodes de sélection globale de la fenêtre, adaptations
de techniques de type plug-in développées dans le cadre de l’estimation de la densité. Leurs
travaux sont fondés sur la minimisation de la MISE conditionnelle, définie par,

MISE
[
m̂n(x; p)|XX

]
= IE

[ ∫
IR

{
m̂n(x; p)−m(x)

}2

fX(x)dx
∣∣XX].

La fenêtre MISE-optimale a donc pour expression asymptotique, d’après (1.66) et (1.67),

hMISE = C0,p(K)

{ ∫
IR
σ2(x)dx∫

IR
fX(x)

{
m(p+1)(x)

}2
dx

}1/(2p+3)

n−1/(2p+3). (1.68)

On rappelle que les stratégies de type plug-in sont basées sur le remplacement dans (1.68)
des intégrales inconnues par des estimateurs consistants. On peut citer également l’article
de Wand et Gutierrez (1997) [147] qui proposent une approche intéressante, fondée sur
l’expression du risque exact (i.e. à distance finie) et non des formulations asymptotiques.

La question du choix du noyau optimale est traité dans Fan, Gasser, Gijbels, Brockmann
et Engel (1995) [47]). La normalité asymptotique est discutée dans l’article de Tenreiro
(1997) [139] notamment. Pour une étude du cadre multivarié, on se réfère au chapitre 7
de Fan et Gijbels (1996) [49] et à l’article de Ruppert et Wand (1994) [118].

Enfin, pour un état de l’art comparatif des différentes techniques d’estimation de la fonc-
tion de régression par la méthode du noyau, nous citons Chu et Marron (1991) [16] et
Hastie et Loader (1993) [75].
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Chapitre 2

Lois uniformes du logarithme pour les
dérivées de la régression

2.1 Introduction

L’objet central de cette thèse est de présenter de nouvelles lois uniformes du logarithme
concernant une large classe d’estimateurs non-paramétriques de la fonction de régression
ainsi que ses dérivées.

La méthodologie la plus ancienne permettant l’obtention de lois du logarithme itéré
concernant les estimateurs à noyau est fondée sur un principe d’invariance fort démontré
par Komlós, Major et Tusnády [85] et noté [KMT]. Par principe d’invariance fort, nous
entendons l’approximation presque sûre du processus empirique par un certain processus
gaussien. Le [KMT] consiste donc en l’approximation du processus empirique uniforme
par une suite de ponts browniens et est utilisé par Hall (1981) [60] pour démontrer une
loi du logarithme itéré pour l’estimateur [PR] de la densité. En s’appuyant sur la théorie
des processus empiriques et certains résultats (cf. [132]) concernant le module d’oscil-
lation du processus empirique uniforme, Stute (1982) [133] a établi la première loi du
logarithme uniforme concernant l’estimateur [PR] de la densité. Ces résultats seront raf-
finés par Deheuvels et Mason en (1992) [26]. En ce qui concerne l’estimation [NW] de la
régression, il existe une version bivariée du [KMT], développée par Tusnády (1977) [143]
en s’appuyant sur la transformation de Rosenblatt (1952), qui pourrait aider à déterminer
la vitesse de convergence optimale de l’estimateur [NW]. Toutefois, cette approximation
n’est pas vraiment appropriée à l’étude du comportement asymptotique de l’estimateur
[NW] (cf. remarque 5, p. 81, [41]). En effet, l’approximation de Tusnády n’est valide que
pour un échantillon de taille fixée et ne permet pas l’écriture rigoureuse de lois limites. Il
est possible cependant de préciser la vitesse de convergence exacte et la constante limite
associée en utilisant des techniques de démonstration plus sophistiquées. Tout au long de
ce chapitre, nous utiliserons la notation suivante m̂NW

n (x) = m̂n(x) (cf. (1.4)). Pour éviter
toute valeur négative du logarithme, nous introduisons la convention log(u) = log(u ∨ e).
D’après les travaux récents de Deheuvels et Mason (2004) [29] (voir les travaux de Ein-
mahl et Mason (2000) [42] pour la convergence p.s.), sous certaines hypothèses classiques,
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nous avons la loi uniforme du logarithme de l’estimateur [NW] :∣∣∣{ nhn
2 log(1/hn)

}1/2

sup
x∈I

±
{
m̂n(x)− ĨE[m̂n(x)]

}
− σm(I)

∣∣∣ IP
= o(1),

où σm(I) (cf. (2.5) ci-après) désigne la borne limite qui dépend de la variance asympto-
tique de l’estimateur [NW] et I dénote un intervalle compact arbitraire. Cet intervalle
sera supposé contenu dans le support de la distribution afin d’éviter les valeurs nulles de
la densité marginale fX (cf. (1.17)). La méthodologie employée repose sur la théorie mo-
derne des processus empiriques et, plus particulièrement, l’étude du processus empirique
indexé par des classes de fonctions vérifiant certaines propriétés combinatoriales. En effet,
après linéarisation, nous remarquons que la déviation m̂n(x)− ĨE[m̂n(x)] a le même com-
portement limite que le processus empirique indexé par une certaine classe de fonctions
uniformément bornée. Il existe alors des inégalités exponentielles pour la déviation par
rapport à l’espérance de la norme du supremum du processus empirique indexé par des
classes de fonctions uniformément bornées (cf. section 2.14.3 dans [145], [88] et [137]).
Nous verrons en annexe, section A.3, que ces résultats font appels à une borne de mo-
ment, c’est à dire pour majorer la norme L1 du processus empirique indexé par certaines
classes de fonctions particulières dites de Vapnik-Chervonenkis ou, plus explicitement,
des classes de fonctions à nombre de recouvrement uniformément polynomial. Ces inéga-
lités exponentielles, issues de la théorie moderne des processus empiriques, permettent de
trouver la borne limite supérieure ci-dessus lorsque la norme du supremum est bornée ou
plus précisément de contrôler les oscillations du processus empirique, étape classique de
la technique de chaînage en vue de démontrer des résultats de nature uniforme. La mé-
thodologie employée n’utilise pas de principe d’invariance fort, contrairement à certains
résultats ponctuels de type loi du logarithme itéré (cf. Einmahl et Mason (1997)-(1998),
[40] et [41]).

L’objet de ce chapitre est d’établir des lois limites, similaires à des lois du logarithme
itéré, pour la déviation uniforme des estimateurs [NW] des dérivées de la régression et
de généraliser ces résultats au modèle multivarié. En fin de chapitre, nous présenterons
une extension de ces résultats à l’estimation localement polynomiale ainsi que certaines
applications statistiques.

2.2 Le cadre univarié
Soient (X, Y ), (X1, Y1), (X2, Y2),..., des couples aléatoires indépendants et identiquement
distribués (i.i.d.) à valeurs dans IR2. Le couple de variables aléatoires (X, Y ) est supposé
admettre une densité jointe sur IR2 notée fX,Y (·, ·) et nous désignons par fX(·) la densité
marginale (par rapport à la mesure de Lebesgue sur IR) associée à la variable aléatoire X.
Dans ce chapitre, nous considérons une version plus générale de la fonction de régression
qui permettra de traiter diverses fonctionnelles de la densité conditionnelle de Y sachant
X = x, telle la fonction de répartition conditionnelle F (·|x) = IP{Y ≤ ·|X = x}. Soit

mψ(x) := IE
[
ψ(Y )|X = x

]
=:

1

fX(x)

∫
IR

ψ(y)fX,Y (x, y)dy, (2.1)
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où ψ(·) dénote une fonction à valeurs réelles, supposée mesurable et bornée sur tout inter-
valle compact dans IR. Cette hypothèse peu restrictive sert à borner ψ(Y ), lorsque nous
travaillerons sous l’hypothèse (F.3), présentée ci-dessous. Nous définissons deux intervalles
compacts I = [a, b] et J = [c, d], contenus dans IR, tels que

−∞ < c < a < b < d <∞.

Nous supposons certaines conditions sur la distribution du couple (X, Y ) parmi les hy-
pothèses (F.1–5) énoncées ci-dessous. Soit k un entier naturel fixé désignant le degré de
dérivation, tout au long de ce chapitre.

(F.1) fX,Y (·, ·) est continue sur J × IR ;

(F.2) fX(·) est continue et strictement positive sur J ;

(F.3) Y II
{
X ∈ J

}
est bornée.

Pour le cas non-borné, c’est à dire lorsque (F.3) n’est plus vérifiée, il nous faut une
condition de moment liée à la troncation,

(F.4) sup
x∈J

IE
[∣∣ψ(Y )

∣∣s∣∣X = x
]
<∞, pour un certain s > 2.

Enfin, en vue du traitement du biais ou de la construction d’intervalles de confiance pour
la dérivée k-ième de la régression, nous supposerons

(F.5) fX et fX,Y sont k-fois continûment différentiables sur J × IR.

Nous avons clairement (F.3) implique (F.4). L’hypothèse (F.3) permet de borner les va-
riables {Yi : 1 ≤ i ≤ n} et nous sera très utile pour la démonstration de nos prochains
résultats. On note que cette hypothèse de bornitude est récurrente en régression non-
paramétrique. Elle entraîne l’existence des divers moments de la distribution condition-
nelle, notamment celui d’ordre deux. En fin de section nous traiterons le cas non-borné, en
s’appuyant sur l’hypothèse (F.4), équivalente à un moment d’ordre strictement supérieur
à deux. Cette fois-ci, (F.4) requiert une hypothèse supplémentaire, liée à s, concernant la
fenêtre hn associée à notre estimateur.

Remarque 2.2.1 Sous (F.1–3), la fonction de régression mψ(·) est proprement définie,
∀x ∈ J , par

mψ(x) =
1

fX(x)

∫
IR

ψ(y)fX,Y (x, y)dy =:
rψ(x)

fX(x)
,

où nous notons par convenance,

rψ(x) =

∫
IR

ψ(y)fX,Y (x, y)dy.

Sous (F.1–3), la variance conditionnelle de ψ(Y ) sachantX = x est également bien définie,

σ2
ψ(x) := Var

[
ψ(Y )|X = x

]
=

1

fX(x)

∫
IR

{
ψ(y)−mψ(x)

}2

fX,Y (x, y)dy. (2.2)

Sous les hypothèses (F.1–3), nous pouvons démontrer la continuité uniformément sur
l’intervalle I des fonctions rψ(·), mψ(·) et σ2

ψ(x), via une application du lemme de Scheffé
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ou du théorème de convergence dominée de Lebesgue (voir la section A.5 en annexe). Si, en
outre, l’hypothèse additionnelle (F.5) est vérifiée, nous obtenons également la continuité
des dérivées k-ièmes de rψ(·) et mψ(·), uniformément sur I.

Les estimateurs des dérivées de la régression seront de la même forme que ceux du pré-
cédent chapitre. Ils sont construits à partir de l’estimateur [NW]. On rappelle qu’une
fonction mesurable H : IR → IR est à variation bornée sur IR lorsque,∫

IR

∣∣dH(u)
∣∣ := |H|v <∞,

où |H|v désigne la variation totale de la fonction H(·) sur IR. En vue d’une estimation des
dérivées de la régression, le noyau K et ses dérivées successives jusqu’à l’ordre k satisfont,

(K.1) K(·) est à variation bornée et continue (à droite) sur IR ;

(K.2) K(u) = 0 pour u /∈ [−ξ/2; ξ/2), pour un certain 0 < ξ <∞ ;

(K.3)
∫

IR
K(u)du = 1 ;

(K.4) K est k-fois dérivable avec |K(k)|v <∞.

Remarque 2.2.2 L’hypothèse (K.2) nous assure que le noyau K et ses dérivées succes-
sives jusqu’à l’ordre k sont à support compact. La valeur du nombre réel ξ est arbitraire et
sera choisie égale à 1 sans perte de généralité. Autrement, la valeur de ξ n’interviendrait
que dans des constantes ou pour régler le pas de la discrétisation. Dans certains cas, il est
possible de s’affranchir de cette hypothèse, d’après Deheuvels (2000) [22]. On note que
la condition (K.1), i.e. K(·) à variation bornée sur IR, est impliquée par les hypothèses
(K.2) et (K.4), lorsque k ≥ 2 (voir, par exemple, [76]). L’assertion (K.3) intervient uni-
quement lorsqu’on considère l’estimation de la densité, ou pour obtenir des estimateurs
asymptotiquement sans biais, via le lemme de Bochner. Notons que sous l’hypothèse (K.3)
l’estimateur [PR] est une fonction de densité. Enfin, l’hypothèse de continuité en (K.1)
sera utile pour des problèmes liés à la mesurabilité (cf. lemme A.3.3 en annexe) et le
prolongement par continuité de classes de fonctions dénombrables.

Nous travaillerons avec une fenêtre hn, suite de nombres réels positifs, vérifiant certaines
des conditions suivantes :

(H.1) hn → 0, lorsque n→∞ ;

(H.2) nhn/ log n→∞, lorsque n→∞ ;

(H.3) nh2k+1
n / log(1/hn) →∞, lorsque n→∞ ;

(H.4) hn ↘ 0 et nhn ↗∞, lorsque n→∞ ;

(H.5) | log hn|/ log log n→∞, lorsque n→∞.

Remarque 2.2.3 Si nous travaillons sous l’hypothèse (F.4), c’est à dire dans le cadre où
Y n’est plus bornée, nous nécessitons une hypothèse plus forte que (H.2), notée (H.2)∗,

(H.2)∗ n1−2/shn log n→∞, lorsque n→∞, et avec s > 2.
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Les hypothèses (H.1–2) sont souvent, nécessaires et suffisantes pour la convergence uni-
forme en probabilité de la déviation associée aux estimateurs [PR] et [NW]. Plus précisé-
ment, les hypothèses (H.1–2) sont nécessaires et suffisantes pour la consistance forte des
estimateurs [PR] et [NW] mais, pour démontrer des lois limites uniformes presque sûre, il
nous faut également supposer (H.4–5). La condition (H.3) est spécifique à la consistance
des estimateurs à noyaux des dérivées d’ordre k des fonctions fX , rψ et mψ. A ce sujet,
nous citons le théorème D, p. 1278 et p. 1281-1282 dans [26]. On peut également consulter
la proposition 3 de Collomb (1979) [18] qui spécifie une condition nécessaire et suffisante
de convergence uniforme p.s. et p.co. d’un estimateur des dérivées de la régression, i.e.

lim
n→∞

nh2k+1
n

log n
= ∞.

Cette dernière condition est équivalente à (H.3) sous (H.1–2), c’est à dire lorsque hn =
Cn−α avec 0 < α < 1 et C > 0. Les deux dernières hypothèses (H.4–5) sont donc
spécifiques à la convergence presque sûre. En fait, les hypothèses nhn/ log(1/hn) →∞ et
log(1/hn)/ log2 n → ∞ sont indispensables afin d’établir une loi limite uniforme presque
sûre (cf. Mason, Shorack et Wellner (1983) [100]). A ce propos, nous rappelons qu’une
suite de constantes {an : n ≥ 1} est supposée satisfaire les conditions dites de Csörgö-
Révész-Stute [CRS] lorsque :

0 < an < 1, an ↘ 0 et nan ↗∞, lorsque n→∞;

log(an)
−1/ log log n→∞, lorsque n→∞;

nan/ log n→∞, lorsque n→∞.

Nous pouvons maintenant présenter les estimateurs à noyaux de fX(x), rψ(x), mψ(x) et
leurs dérivées jusqu’à l’ordre deux.

f̂X;n(x) =
1

nhn

n∑
i=1

K
(x−Xi

hn

)
,

r̂ψ;n(x) =
1

nhn

n∑
i=1

ψ(Yi)K
(x−Xi

hn

)
,

m̂ψ;n(x) =



r̂ψ;n(x)

f̂X;n(x)
, lorsque f̂X;n(x) 6= 0,

1

n

n∑
i=1

ψ(Yi), sinon,

f̂ ′X;n(x) =
1

nh2
n

n∑
i=1

K ′
(x−Xi

hn

)
,
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r̂′ψ;n(x) =
1

nh2
n

n∑
i=1

ψ(Yi)K
′
(x−Xi

hn

)
,

m̂′
ψ;n(x) =


r̂′ψ;n(x)

f̂X;n(x)
−
r̂ψ;n(x)f̂

′
X;n(x)

f̂ 2
X;n(x)

, lorsque f̂X;n(x) 6= 0,

0, sinon,

f̂ ′′X;n(x) =
1

nh3
n

n∑
i=1

K ′′
(x−Xi

hn

)
,

r̂′′ψ;n(x) =
1

nh3
n

n∑
i=1

ψ(Yi)K
′′
(x−Xi

hn

)
,

m̂′′
ψ;n(x) =

r̂′′ψ;n(x)

f̂X;n(x)
−

2r̂′ψ;n(x)f̂
′
X;n(x) + r̂ψ;n(x)f̂

′′
X;n(x)[

f̂X;n(x)
]2 +

2r̂ψ;n(x)
[
f̂ ′X;n(x)

]2[
f̂X;n(x)

]3 ,

lorsque f̂X;n(x) 6= 0.

Remarque 2.2.4 Le traitement des autres dérivées pour k > 2 est similaire et ne sera
pas présenté ici par souci de clarté. Nous avons, plus généralement,

f̂
(k)
X;n(x) =

1

nh1+k
n

n∑
i=1

K(k)
(x−Xi

hn

)
et r̂

(k)
ψ;n(x) =

1

nh1+k
n

n∑
i=1

ψ(Yi)K
(k)
(x−Xi

hn

)
.

Pour l’estimation de la dérivée d’ordre k de la régression, via le développement de Leibniz,
nous obtenons

m̂
(k)
ψ;n(x) =

k∑
j=0

Cj
k r̂

(j)
ψ;n(x)

{
f̂X;n(x)

−1
}(k−j)

, lorsque f̂X;n(x) 6= 0.

Dans la présentation de nos estimateurs, nous avons choisi comme fenêtre hn. Il est possible
toutefois d’adapter la fenêtre plus précisément, c’est à dire en fonction de l’ordre de
dérivation de l’estimateur considéré. Nous introduisons alors l’hypothèse suivante, quelque
soit k ∈ IN,

(H.k) nh2k+1
n,k / log(1/hn) →∞, lorsque n→∞.

Nous construisons alors les estimateurs des dérivées d’ordre k de fX(·) et rψ(·) en utilisant
la fenêtre hn,k appropriée. Il s’ensuit,

f̂
(k)
X;n(x) =

1

nh1+k
n,k

n∑
i=1

K(k)
(x−Xi

hn,k

)
et r̂

(k)
ψ;n(x) =

1

nh1+k
n,k

n∑
i=1

ψ(Yi)K
(k)
(x−Xi

hn,k

)
.

Ce raffinement n’a aucune incidence sur les démonstrations et ne sera pas présenté par la
suite afin d’éviter des notations trop lourdes. Par contre, ces notations rejoignent certains
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résultats développés par Deheuvels (2000), p. 942-943, [23], qui permettent de conjecturer
un équivalent pour les dérivées de la régression (avec d’autres méthodes de preuve). Ces
travaux traitent de l’approximation forte du processus de quantile uniforme, noté βn(t),
par une version itérative du célèbre processus de Kiefer.

Nous définissons la notation suivante, concernant les termes de centrage,

f
(k)
X;n(x) = IE

[
f̂

(k)
X;n(x)

]
, r

(k)
ψ;n(x) = IE

[
r̂
(k)
ψ;n(x)

]
.

Pour les estimateurs de la régression et sa dérivée, nous posons,

ĨE
[
m̂ψ;n(x)] :=

rψ;n(x)

fX;n(x)

ĨE
[
m̂′
ψ;n(x)] :=

r′ψ;n(x)

fX;n(x)
−
rψ;n(x)f

′
X;n(x)

f 2
X;n(x)

,

en procédant identiquement pour les dérivées successives de m̂ψ;n(·) jusqu’à l’ordre k.

Remarque 2.2.5 Notons que l’espérance de m̂(k)
ψ;n(x) ne coïncide pas avec l’approxima-

tion ci-dessus. Toutefois leur différence est négligeable et asymptotiquement nulle, via
un argument similaire à la démonstration de la proposition 1.3.3 (voir la section A.7 en
annexe). De l’autre côté, cette approximation permet la linéarisation de la déviation par
rapport à l’espérance modifiée :

m̂
(k)
ψ;n(x)− ĨE

[
m̂

(k)
ψ;n(x)],

et son expression comme une fonctionnelle linéaire du processus empirique. Cet argument
est un élément essentiel de la démonstration du théorème 2.3.2 ci-dessous (cf. lemme 2.4.8
en fin de preuve). L’idée est d’exprimer la déviation m̂(k)

ψ;n(x)− ĨE
[
m̂

(k)
ψ;n(x)] en fonction des

autres déviations,

r̂
(l)
ψ;n(x)− r

(l)
ψ;n(x) et f̂

(l)
X;n(x)− f

(l)
X;n(x), 0 ≤ l ≤ k.

2.3 Théorèmes

Les lois concernant la déviation maximale de nos estimateurs sont obtenues à partir d’un
théorème limite général énoncé dans le théorème 2.3.1 ci-dessous. Pour cela, nous intro-
duisons le processus suivant, étant donné deux fonctions c(·) et d(·) supposées continues
et bornées sur J , nous posons, pour tout x ∈ J ,

Wn,k(x, ψ) =
n∑
i=1

(
c(x)ψ(Yi) + d(x)

)
K(k)

(x−Xi

hn

)
− n IE

{(
c(x)ψ(Y ) + d(x)

)
K(k)

(x−X

hn

)}
. (2.3)
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Théorème 2.3.1 Supposons (F.1–3), (H.1–2), (K.1–4). Lorsque n→∞, nous avons,∣∣∣{2nhn log(1/hn)
}−1/2

sup
x∈I

{
±Wn,k(x, ψ)

}
− σW (I)

∣∣∣ = oIP(1),

où
σ2
W (I) = sup

x∈I
IE
[(
c(x)ψ(Y ) + d(x)

)2∣∣∣X = x
]
fX(x)

∫
IR

[K(k)(t)]2dt. (2.4)

Supposons (F.1–3), (H.2–4–5), (K.1–4). Alors, nous obtenons, lorsque n→∞,∣∣∣{2nhn log(1/hn)
}−1/2

sup
x∈I

{
±Wn,k(x, ψ)

}
− σW (I)

∣∣∣ p.s.= o(1).

Corollaire 2.3.1 Supposons (F.2), (H.1–3), (K.1–3). Lorsque n→∞, nous avons,∣∣∣{ nh2k+1
n

2 log(1/hn)

}1/2

sup
x∈I

±
{
f̂

(k)
X;n(x)− f

(k)
X;n(x)

}
− σf (I)

∣∣∣ = oIP(1),

où
σ2
f (I) = sup

x∈I

{
fX(x)

}∫
IR

[K(k)(t)]2dt.

Supposons (F.2), (H.3–5), (K.1–3). Alors, nous obtenons, lorsque n→∞,∣∣∣{ nh2k+1
n

2 log(1/hn)

}1/2

sup
x∈I

±
{
f̂

(k)
X;n(x)− f

(k)
X;n(x)

}
− σf (I)

∣∣∣ = o(1), presque sûrement.

Corollaire 2.3.2 Supposons (F.1–3), (H.1–3), (K.1–4). Lorsque n→∞, nous avons,∣∣∣{ nh2k+1
n

2 log(1/hn)

}1/2

sup
x∈I

±
{
r̂
(k)
ψ;n(x)− r

(k)
ψ;n(x)

}
− σr(I)

∣∣∣ = oIP(1),

où
σ2
r(I) = sup

x∈I

{
σ2
ψ(x)fX(x)

}∫
IR

[K(k)(t)]2dt.

Supposons (F.1–3), (H.3–5), (K.1–4). Alors, nous obtenons, lorsque n→∞,∣∣∣{ nh2k+1
n

2 log(1/hn)

}1/2

sup
x∈I

±
{
r̂
(k)
ψ;n(x)− r

(k)
ψ;n(x)

}
− σr(I)

∣∣∣ = o(1), presque sûrement.

Théorème 2.3.2 Supposons (F.1–3), (H.1–3), (K.1–4). Lorsque n→∞, nous avons,∣∣∣{ nh2k+1
n

2 log(1/hn)

}1/2

sup
x∈I

±
{
m̂

(k)
ψ;n(x)− ĨE[m̂

(k)
ψ;n(x)]

}
− σm(I)

∣∣∣ = oIP(1),
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où

σ2
m(I) = sup

x∈I

{
σ2
ψ(x)

fX(x)

}∫
IR

[K(k)(t)]2dt. (2.5)

Supposons (F.1–3), (H.3–5), (K.1–4). Alors, nous obtenons, lorsque n→∞,∣∣∣{ nh2k+1
n

2 log(1/hn)

}1/2

sup
x∈I

±
{
m̂

(k)
ψ;n(x)− ĨE[m̂

(k)
ψ;n(x)]

}
− σm(I)

∣∣∣ = o(1), presque sûrement.

Ces théorèmes et corollaires ont été obtenus par Deheuvels et Mason (2004) [29] lorsque
k = 0 pour la convergence en probabilité. Einmahl et Mason (2000) [42] ont également
démontré les théorèmes 2.3.1 et 2.3.2 pour le mode de convergence presque sûre et k = 0.

2.4 Démonstration des théorèmes

La démonstration du théorème principal se divise en deux parties : la borne supérieure
et la borne inférieure. Ce schéma est classique pour l’obtention de lois du type loi du
logarithme itéré. La borne supérieure repose sur deux inégalités exponentielles, dont l’in-
égalité de Bernstein, et est scindée en deux sous-parties : discrétisation et oscillation. La
borne inférieure est obtenue en approchant le processus empirique par un processus de
Poisson (cf. [35] et [26] pour un exposé plus détaillé de cette méthodologie). Les résultats
seront démontrés uniquement pour la convergence en probabilité qui est suffisante pour
les applications statistiques. Le passage à la convergence presque sûre s’effectue en choi-
sissant une sous-suite de nature géométrique du type nj = 2j (cf. “blocking argument”),
en combinaison avec le fameux lemme de Borel-Cantelli.

2.4.1 Borne supérieure

Le but de cette sous-section est de prouver que, ∀ ε > 0, nous avons

IP
{

sup
x∈I

∣∣Wn,k(x, ψ)
∣∣√

2nhn log(1/hn)
> (1 + ε)σW (I)

}
= o(1), (2.6)

avec σW (I) définie en (2.4). La démonstration de ce résultat en probabilité sera divisée
en deux parties : discrétisation et oscillation.

Discrétisation

Premièrement, nous examinons le comportement du processus Wn,k(·, ψ) pour un nombre
fini de points appartenant à l’intervalle I = [a, b]. Ce procédé permet de ramener le
supremum sur I à un maximum sur un nombre fini de points. (On note que ce procédé
analytique est utilisé de manière systématique lors de démonstrations de résultats de
nature uniforme.) Pour cela, nous exprimons Wn,k(·, ψ) comme un processus empirique
fonctionnel, c’est à dire indexé par une classe de fonctions. La classe de fonctions sera
elle-même indexée par les points de la discrétisation.
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Chapitre 2. Lois uniformes du logarithme pour les dérivées de la régression

Soit αn(·) le processus empirique bivarié fondé sur les n couples de variables aléatoires
(X1, Y1), . . . , (Xn, Yn) et indexé par une classe G de fonctions g : IR2 → IR. Par définition,
pour g ∈ G, nous posons,

αn(g) :=
1√
n

n∑
i=1

(
g(Xi, Yi)− IE

[
g(Xi, Yi)

])
. (2.7)

Pour une classe de fonctions G arbitraire, nous désignons par∥∥n1/2αn
∥∥
G = sup

g∈G

∣∣n1/2αn(g)
∣∣,

la norme maximale de n1/2αn sur la classe G.

Pour n’importe quelle fonction ψ(·) mesurable et bornée, on introduit la fonction suivante,
pour tout x ∈ J ,

ηn,x,k(u, v) :=
(
c(x)ψ(v) + d(x)

)
K(k)

(x− u

hn

)
, pour u,v ∈ IR. (2.8)

Ainsi, d’après les précédentes définitions en (2.3), (2.7) et (2.8), nous pouvons écrire

Wn,k(x, ψ) = n1/2αn(ηn,x,k). (2.9)

L’étude du comportement limite de Wn,k(x, ψ) sur l’intervalle I se réduit donc à l’étude
du comportement limite du processus empirique αn(·) indexé par la classe de fonctions{
ηn,x,k : x ∈ I

}
.

Pour n’importe quelle fonction φ à valeurs réelles définie sur un ensemble B ⊆ IR, on pose
‖φ‖B := supz∈B |φ(z)|, et lorsque B = IR, on écrit simplement ‖φ‖B = ‖φ‖. On désigne
par buc la partie entière de u, telle que buc≤u < buc+ 1.

Après ces quelques notations préliminaires, nous pouvons commencer la discrétisation.
Soit 0 < δ < 1 fixé, nous allons diviser l’intervalle I = [a, b] en segments de longueur δhn
(c’est à dire δhn dénote le pas de discrétisation). Nous posons, pour chaque n ≥ 1,

zn,i = a+ iδhn, 0 ≤ i ≤ ln := b(b− a)/(δhn)c. (2.10)

Pour simplifier notre écriture, on définit

gn,i(u, v) := ηn,zn,i,k(u, v), 0 ≤ i ≤ ln . (2.11)

Nous considérons alors le processus empirique indexé par la classe de fonctions suivante,
pour n ≥ 1,

Gn :=
{
gn,i : 0 ≤ i ≤ ln

}
.

Nous pouvons maintenant travailler avec le processus empirique αn(g) indexé par g ∈ Gn
(c’est à dire la version discrétisée de notre processus) et montrer le résultat suivant.
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Proposition 2.4.1 Supposons que (2.10) soit vérifiée pour un certain 0 < δ < 1/2, alors
pour tout τ > 0, nous avons

IP
{

max
0≤i≤ln

∣∣αn(gn,i)∣∣√
2hn log(1/hn)

> σW (I)(1 + τ)
}

= O(hτ/2n ) = o(1).

Cette proposition s’appuie sur une inégalité exponentielle de type Bernstein que nous rap-
pelons ci-dessous. Notons que c’est l’inégalité de Bernstein qui nous permet de déterminer
la constante ou borne limite σW (I). La deuxième inégalité exponentielle en dimension in-
finie n’est pas assez précise mais nous permet de contrôler les incréments du processus.
Par contre, l’inégalité de Bernstein à la bonne constante multiplicative gaussienne sur la
droite (cf. (2.12) ci-dessous).

-Aparté : Inégalité de Bernstein et borne Gaussienne

Soit ξ une variable aléatoire gaussienne réelle N (0, 1) centrée réduite. Nous avons l’enca-
drement suivant :{1

t
− 1

t3

}exp
{
− t2/2

}
√

2π
≤ IP

{
ξ ≥ t

}
<

1

t

exp
{
− t2/2

}
√

2π
.

Le facteur important est exp
{
−t2/2

}
, car il implique une décroissance rapide de la queue

de la distribution considérée. Nous remarquons également que l’inégalité de Bernstein est
un cas particulier de l’inégalité de Bennett (cf. Pollard (1984) [112], p. 191–193). Ces
inégalités exponentielles sont applicables lorsque les variables aléatoires considérées sont
bornées, ce qui justifie notre emploi de (F.3).

Nous présentons la version maximale de l’inégalité de Bernstein, conséquence directe du
lemme 2.2, p. 1393, [39].

Résultat 2.4.1 Soient Z1,...,Zn des variables aléatoires centrées de variance identique
0 < σ2 < ∞. De plus, nous supposons qu’il existe un certain M > 0 tel que |Zr| < M ,
r = 1, . . . , n. Alors, pour tout réel t > 0, nous avons

IP
{
Z1 + ...+ Zn > t

√
n
}
≤ exp

{
− 3t2

6σ2 + 2Mn−1/2t

}
. (2.12)

Le choix naturel pour les Zr est

Zr = gn,i(Xr, Yr)− IE
[
gn,i(Xr, Yr)

]
, r = 1, . . . , n .

Ces variables sont bien centrées et de même loi, vérifions qu’elles soient bornées. Pour
tout 1 ≤ r ≤ n, nous avons, via (F.3) et (K.4),

|Zr| =
∣∣gn,i(Xr, Yr)− IE

[
gn,i(Xr, Yr)

]∣∣
≤

∣∣gn,i(Xr, Yr)
∣∣+ ∣∣IE[gn,i(Xr, Yr)

]∣∣
≤ 2×

{
‖c‖ × ‖ψ‖+ ‖d‖

}
‖K(k)‖ := M. (2.13)
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Remarque 2.4.1 La fonction K(k) est à variation bornée, ce qui implique ‖K(k)‖ < ∞
clairement (cf. Natanson (1955) [110] ou Schuster (1969), p. 1188, [119]).

Il reste à contrôler la variance des Zr, ∀ 1≤ r≤n,

Var
[
Zr
]

= Var
[
gn,i(X, Y )− IE

[
gn,i(X, Y )

]]
= Var

[
gn,i(X, Y )

]
≤ IE

[
g2
n,i(X, Y )

]
.

En utilisant un argument de conditionnement, nous pouvons majorer ce terme en faisant
apparaître la variance conditionnelle, terme crucial lors de démonstrations de lois limites
uniformes du logarithme (et de lois du logarithme itéré),

σ2
W (I) = sup

x∈I
IE
[(
c(x)ψ(Y ) + d(x)

)2∣∣∣X = x
]
fX(x)

∫
IR

[K(k)(v)]2dv.

Nous avons, via (F.1) et (K.2),

IE
[
g2
n,i(X, Y )

]
=

∫
IR

IE
[(
c(zn,i)ψ(Y ) + d(zn,i)

)2∣∣X = t
]
fX(t)

{
K(k)

(zn,i − t

hn

)}2

dt

(F.1)

≤ σ2
W (I)∫

IR
[K(k)(v)]2dv

∫
|zn,i−t|≤hn/2

fX(t)

fX(zn,i)
×
{
K(k)

(zn,i − t

hn

)}2

dt

≤ σ2
W (I)hn∫ 1/2

−1/2
[K(k)(v)]2dv

∫ 1/2

−1/2

fX(zn,i − hnu)

fX(zn,i)
×
{
K(k)(u)

}2
du,

ce qui, d’après (F.2) et le développement limité de la fonction fX(·) autour du point zn,i,
nous donne finalement

Var
[
Zr
]
≤ σ2

W (I)hn + o(hn).

Notons que c’est l’hypothèse (F.2) qui est fondamentale pour obtenir la borne sur la
variance. Ainsi, quelque soit τ > 0, lorsque n est suffisamment grand, il s’ensuit la borne
suivante :

max
0≤i≤ln

Var
[
gn,i(X, Y )

]
≤ σ2

W (I) (1 + τ)hn. (2.14)

Nous pouvons alors appliquer le résultat 2.4.1 avec t = σW (I)(1 + τ)
√

2hn log(1/hn) et
conclure que, lorsque n est suffisamment grand, via (2.14),

IP
{

max
0≤i≤ln

|αn(gn,i)|√
2hn log(1/hn)

> σW (I)(1 + τ)
}

≤ 2(ln + 1) exp

{
− 2σ2

W (I)(1 + τ)hn log(1/hn)

2σ2
W (I)hn + 2

3
MσW (I)×

√
2hn log(1/hn)

n

}
.
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Nous avons d’après (H.2) ou (H.3) lorsque k = 0,

lim
n→∞

nhn
log(1/hn)

= ∞.

Il s’ensuit
log(1/hn)

n
= o(hn),

ainsi le deuxième terme du dénominateur est négligeable asymptotiquement. Nous obte-
nons, en conséquence, pour n suffisamment grand,

IP
{

max
0≤i≤ln

|αn(gn,i)|√
2hn log(1/hn)

> σW (I)(1 + τ)
}

≤ 2(ln + 1) exp
{
− (1 + τ) log(1/hn)

}
≤ 2(ln + 1)h1+τ/2

n

= O(hτ/2n ),

en utilisant (2.10), i.e. ln = O(h−1
n ). 2

Nous avons ainsi montrer la borne supérieure pour le processus Wn,k(·, ·) sur le maillage
représenté par la classe de fonctions Gn.

Remarque 2.4.2 Nous présentons brièvement la méthodologie pour passer de la conver-
gence en probabilité à la convergence presque sûre. Comme les arguments sont toujours
similaires, ils ne seront pas répétés dans les démonstrations. L’hypothèse additionnelle
(H.5) sur la fenêtre nous servira à contrôler des séries en vue d’une application du lemme
de Borel-Cantelli et l’hypothèse (H.4) de monotonie des suites hn et nhn est utile pour
des détails techniques. Le lemme de Borel-Cantelli est un outil classique lors des démons-
trations de résultats presque sûrs. Soit ( Ω,A, IP ) un espace de probabilité quelconque.
Nous désignons par

{
An : n ≥ 1

}
⊆ A une suite d’événements mesurables. On pose

lim sup
n→∞

An =
⋂
n≥1

{ ⋃
m≥n

Am

}
et lim inf

n→∞
An =

⋃
n≥1

{ ⋂
m≥n

Am

}
.

Soit Ā = Ω− A le complémentaire de A.

Résultat 2.4.2 Lemme de Borel-Cantelli
Pour toute suite

{
An : n ≥ 1

}
⊆ A d’événements mesurables, nous avons

n∑
i=1

IP(An) <∞ ⇒ IP( lim sup
n→∞

An ) = 0 ⇔ IP( lim inf
n→∞

Ān ) = 1.

Lorsque les événements An sont indépendants, nous avons également

n∑
i=1

IP(An) = ∞ ⇒ IP( lim sup
n→∞

An ) = 1 ⇔ IP( lim inf
n→∞

Ān ) = 0.
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Intuitivement, cela signifie que si la somme des probabilités pour qu’un événement arrive
à l’instant n, pour n ∈ IN, tend vers l’infini , alors l’événement a une probabilité 1 d’avoir
lieu une infinité de fois. De l’autre coté, si la somme des probabilités converge, l’événement
a une probabilité 1 d’avoir lieu un nombre fini de fois.

On choisit une sous-suite géométrique nr = 2r ou nr = bλrc avec λ > 1. Posons :

zr,i = a+ iδhnr , 0 ≤ i ≤ lr := b(b− a)/(δhnr)c,

et
gr,i(u, v) := ηnr,zr,i,k, 0 ≤ i ≤ lr.

En reprenant les arguments précédents, on obtient

IP
{

max
0≤i≤lr

max
nr−1<n≤nr

|αn(gr,i)|√
2hnr log(1/hnr)

> σW (I)(1 + τ)
}

≤ 2(lr + 1) exp
(
− (1 + τ) log(1/hnr)

)
≤ 2(lr + 1)h1+τ/2

nr

= O(hτ/2nr
). (2.15)

Nous rappelons la condition (H.5) sur la fenêtre

| log hn|
log log n

→∞, lorsque n→∞.

Cette hypothèse nous assure que
∞∑
k=1

hτ/2nr
<∞.

La convergence de la série ci-dessus combinée avec la borne (2.15) implique

lim sup
r→∞

max
0≤i≤lr

max
nr−1<n≤nr

∣∣αn(gr,i)∣∣√
2hnr log(1/hnr)

≤ σW (I)(1 + τ) presque sûrement,

via le lemme de Borel-Cantelli.

On note enfin que pour l’obtention d’inégalités presque sûres, l’inégalité maximale de
Montgomery-Smith (A.22), présentée en annexe, s’avère un outil de choix (cf. [56]).

Oscillation

Il reste à étudier le comportement du processus Wn,k(·, ψ) entre les points du quadrillage.
Nous cherchons à démontrer que les incréments sont négligeables sur les segments délimités
par les couples de points (zn,i, zn,i+1), pour 0 ≤ i ≤ ln. Par convention, nous posons
zn,ln+1 := b afin d’être sûr de couvrir exactement l’intervalle I.
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Nous considérons le processus empirique indexé par la classe de fonctions suivante :

G ′n,i :=
{
gn,i − ηn,z,k : zn,i ≤ z ≤ zn,i+1

}
.

Cette classe permet l’étude de l’oscillation maximale sur un des intervalles engendrés par
la discrétisation. Par la suite, nous constaterons que la partie due à l’oscillation est négli-
geable. Le principal outil de la démonstration est une remarquable inégalité exponentielle
pour le processus empirique indexé par des classes de fonctions démontrée par Talagrand
(1994) [137], combinée à une borne pour la norme L1 du processus empirique symétrisé et
indexé par des classes de fonctions de type Vapnik-Chervonenkis (cf. [42] et les résultats
A.3.2 et A.3.4 en annexe).

Proposition 2.4.2 Il existe une constante A > 0 telle que, quelque soit ε > 0, nous
pouvons trouver un δε vérifiant (2.10) avec 0 < δ < δε de sorte que

IP
{

max
0≤i≤ln

‖αn‖G′n,i√
2hn log(1/hn)

> σW (I)A
√
ε
}

= o(1).

La démonstration de la proposition 2.4.2 est basée sur quatre lemmes.

Comme K(k) est continue et à variation bornée sur IR, nous avons la décomposition
suivante K(k) =: K

(k)
1 − K

(k)
2 , avec K

(k)
1 et K(k)

2 deux fonctions croissantes, continues
et à variations bornées sur IR telles que |K(k)|v = |K(k)

1 |v + |K(k)
2 |v. On note que cette

décomposition est directement liée à la définition de la notion de variation totale d’une
fonction, elle reste notamment valable pour une fonction multivariée.

Lemme 2.4.1 Nous supposons les hypothèses (K.1–2) vérifiées. Soit 0 < δ < 1/2 arbi-
traire. Nous obtenons, uniformément en z1, z2 ∈ I vérifiant |z1 − z2| ≤ δhn,

IE
∣∣∣K(k)

(z2 −X

hn

)
−K(k)

(z1 −X

hn

)∣∣∣2 ≤ C1,δ hn,

où
C1,δ := |K(k)|2v‖fX‖ δ.

De plus, pour n suffisamment grand, nous pouvons remplacer ‖fX‖ par ‖fX‖J ci-dessus.

Remarquons que∣∣∣K(k)
(z2 −X

hn

)
−K(k)

(z1 −X

hn

)∣∣∣ =
∣∣∣ ∫ (z2−X)/hn

(z1−X)/hn

dK(k)(y)
∣∣∣

≤
∫

IR

∣∣∣II{z2 −X

hn
> y
}
− II
{z1 −X

hn
> y
}∣∣∣d{K(k)

1 (y) +K
(k)
2 (y)

}
.

Ainsi, via l’inégalité de Hölder, nous avons la borne suivante

IE
[∣∣∣K(k)

(z2 −X

hn

)
−K(k)

(z1 −X

hn

)∣∣∣2]
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≤ |K(k)|v
∫

IR

IE
∣∣∣II{z2 −X

hn
> y
}
− II
{z1 −X

hn
> y
}∣∣∣d{K(k)

1 (y) +K
(k)
2 (y)

}
≤ |K(k)|v

∫
IR

∣∣∣ ∫ z1−hny

z2−hny

fX(x)dx
∣∣∣d{K(k)

1 (y) +K
(k)
2 (y)

}
≤ |K(k)|v‖fX‖ ×

{
|K(k)|vδhn

}
, (2.16)

ce qui nous donne la première partie du lemme. La fonction K(k)(·) est à support compact.
Dans l’avant-dernière inégalité, la variable y est donc bornée. En conséquence, lorsque n
est suffisamment grand (i.e. hn suffisamment petit), on peut remplacer ‖fX‖ par ‖fX‖J
dans (2.16). 2

Après ce lemme technique, on cherche une borne pour la variance du processus empi-
rique, indexé par la classe de fonctions G ′n,i, qui dépende de δ hn. En d’autres termes,
il sera démontré que la variance du processus empirique engendré par les incréments est
arbitrairement petite.

Lemme 2.4.2 Lorsque (2.10) est vérifiée pour 0 < δ < 1/2, nous avons, uniformément
en 0 ≤ i ≤ ln, z ∈ I satisfaisant zn,i ≤ z ≤ zn,i+1, et gn,i − ηn,z,k ∈ G ′n,i,

IE
[(
gn,i(X, Y )− ηn,z,k(X, Y )

)2] ≤ C2,δ hn, (2.17)

où
C2,δ = 4β ‖fX‖J

{{
ω2
c (δhn) ∨ ω2

d(δhn)
}
‖K(k)‖2 +

{
‖c‖2

J ∨ ‖d‖2
J

}
C1,δ

}
,

avec

ωφ(δ) := sup
{
|φ(x)− φ(y)| : |x− y| ≤ δ; et x, y ∈ I

}
,

et β := ‖ψ‖2 + 1 <∞.

D’après les définitions (2.8), (2.11) et via l’inégalité (a+ b)2 ≤ 2(a2 + b2), nous obtenons

IE
[(
gn,i(X,Y )− ηn,z,k(X, Y )

)2]
= IE

[(
ηn,zn,i,k(X, Y )− ηn,z,k(X,Y )

)2]
= IE

[{(
c(zn,i)ψ(Y ) + d(zn,i)

)
K(k)

(zn,i −X

hn

)
−
(
c(z)ψ(Y ) + d(z)

)
K(k)

(z −X

hn

)}2]
≤ 2IE

[(
{c(zn,i)− c(z)}ψ(Y ) + {d(zn,i)− d(z)}

)2{
K(k)

(zn,i −X

hn

)}2]
+ 2IE

[(
c(z)ψ(Y ) + d(z)

)2{
K(k)

(zn,i −X

hn

)
−K(k)

(z −X

hn

)}2]
≤ 4β

{
ω2
c (δhn) ∨ ω2

d(δhn)
}
× IE

[
K(k)

(zn,i −X

hn

)2]
+ 4β

{
‖c‖2

J ∨ ‖d‖2
J

}
× IE

[{
K(k)

(zn,i −X

hn

)
−K(k)

(z −X

hn

)}2]
=: (I) + (II).

Le noyau K(k) étant à support compact d’après (K.2), nous avons aisément

K(k)
(zn,i −X

hn

)2

≤‖K(k)‖2 × II
{
|X − zn,i| ≤hn/2

}
.

50
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En passant à l’espérance et en effectuant un changement de variable classique, on obtient
alors une borne pour (I), uniformément en 0≤ i≤ ln. Pour n suffisamment grand,

(I)≤ 4β
{
ω2
c (δhn) ∨ ω2

d(δhn)
}
× ‖K(k)‖2 hn ‖fX‖J . (2.18)

Afin de borner (II), nous inférons du précédent lemme 2.4.1 que

(II)≤ 4β
{
‖c‖2

J ∨ ‖d‖2
J

}
× C1,δ hn. (2.19)

En combinant (2.18) et (2.19), il s’ensuit

(I) + (II)≤C2,δ hn,

ce qui clôt la démonstration. 2

Pour simplifier les notations, nous posons, pour 0≤ i≤ ln,

σ2
i (ψ) = sup

{
Var
[
g(X, Y )

]
: g ∈ G ′n,i

}
.

Une application directe du lemme 2.4.2 implique le lemme ci-dessous.

Lemme 2.4.3 Pour ε > 0 fixé, on peut trouver δε tel que, pour n suffisamment grand,

max
0≤ i≤ ln

σ2
i (ψ)≤ εhnσ2

W (I),

lorsque (2.10) est vérifiée avec 0 < δ≤ δε.

D’après l’inégalité (2.17), nous avons

Var
[
gn,i(X, Y )− ηn,z,k(X, Y )

]
≤ IE

[(
gn,i(X, Y )− ηn,z,k(X, Y )

)2]
≤ C2,δ hn.

Il suffit de choisir δε suffisamment petit, tel que

C2,δε ≤ ε σ2
W (I),

ceci étant possible grâce à la continuité des fonctions c(·) et d(·) notamment. 2

Nous avons donc démontré que sur chaque sous-intervalle symbolisé par la classe de fonc-
tions G ′n,i, nous avons une borne pour la variance, uniformément en 0≤ i≤ ln. Nous
introduisons alors

G ′n :=
⋃

0≤ i≤ ln

G ′n,i,

la classe qui recouvre totalement l’intervalle I = [a, b] ou qui considère tous les incréments
possibles sur I suivant la discrétisation précédente.

Il faut que la classe de fonctions G ′n satisfasse une condition d’entropie, afin de pouvoir
appliquer efficacement l’inégalité exponentielle de Talagrand (cf. résultat A.3.1 situé en
annexe), c’est à dire pour satisfaire les conditions du résultat A.3.2.
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Chapitre 2. Lois uniformes du logarithme pour les dérivées de la régression

Une classe de fonctions G vérifie la condition [E ] si :
i) il existe une fonction enveloppe G(·) à valeurs finies satisfaisant G(x)≥ supg∈G |g(x)|
pour tout x ∈ X ;
ii) pour certaines constantes C0 > 0 et ν > 0,

N(ε,G)≤C0 ε
−ν , 0 < ε < 1 (condition d’entropie). (2.20)

On se réfère à l’annexe, définition A.3.3, pour une définition précise du nombre de re-
couvrement N(ε,G). Si la classe G vérifie la condition [E ], elle est aussi appelée classe de
fonctions à nombre de recouvrement uniformément polynomial.

La condition d’entropie (2.20) est vérifiée pour des classes de fonctions particulières, appe-
lées Vapnik-Chervonenkis graph class (VCGC) ou classes de graphes VC (CGVC). Comme
pour les ensembles, le nombre de recouvrement des classes de fonctions VC a une vitesse
de croissance polynomiale.

Définition 2.4.1 Le graphe Gf d’une fonction f : X → IR mesurable est le sous-
ensemble de X × IR défini par

Gf :=
{
(x, t) ∈ X × IR : 0 ≤ t ≤ f(x) ou f(x) ≤ t ≤ 0

}
.

Définition 2.4.2 Une collection F de fonctions mesurables est appelée une classe de
graphes VC, si la collection de tous les graphes indexée par les fonctions f ∈ F forme
une classe VC d’ensembles dans X × IR

On rappelle qu’une classe ou une collection d’ensembles mesurables est appelée une classe
VC si son index VC est fini.

Remarque 2.4.3 Les auteurs Van der Vaart et Wellner parlent plutôt de “between”
graphs qui forment une classe VC d’ensembles si et seulement si la classe est une VC-
subgraph class.

Classe VC d’ensembles

Soit C une collection de sous-ensembles d’un ensemble dénoté X , i.e. avec C ⊂ 2 X . Un
ensemble arbitraire de n points

{
x1, . . . , xn

}
possède 2n sous-ensembles. On dénote par

|F | le cardinal d’un ensemble F arbitraire. Une collection C est appelée une classe VC
(ou CVC), si elle vérifie la condition suivante :

∃ s ∈ IN tel que ∀F ⊆ X avec |F | = s, ∆C(F ) < 2s, (2.21)

où ∆C(F ) := |{F ∩ C : C ∈ C}|. La condition (2.21) signifie que la classe C, ou plus
généralement qu’une CVC, n’est pas trop riche d’un point de vue combinatoire. C’est à
dire, pour tout ensemble F ⊆ X de cardinal s, il existe au moins un sous-ensemble F ′ ⊂ F
tel que F ′ 6= F ∩ C pour tout C ∈ C.
Une autre formulation possible est : C est une CVC lorsque,

∃ s ∈ IN tel que mC(s) < 2s,
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2.4. Démonstration des théorèmes

avec mC(n) := max
{
∆C(F ) : F ⊆ X , |F | = n

}
, n ∈ IN. Alors le nombre V (C) := min

{
s ∈

IN : mC(s) < 2s
}

est appelé l’index de Vapnik-Cervonenkis de la collection C.
Dans le cas particulier où X = IR et C =

{
(−∞, t] : t ∈ IR

}
, (2.21) est vérifiée dès lors

que s = 2. Donc l’index VC de la collection de fonctions C est de deux. La justification
est immédiate :

∀F = {x1, x2}, x1 < x2 =⇒ F ′ = {x2} 6= F ∩ (−∞, t], ∀ t ∈ IR.

Comme deuxième exemple dans IR, nous considérons la collection C =
{
(a, b] : (a, b) ∈

IR2
}

de tous les intervalles de la forme (a, b]. L ’index VC est alors de trois,

∀F = {x1, x2, x3}, x1 < x2 < x3 =⇒ F ′ = {x1, x3} 6= F ∩ (a, b], ∀ (a, b) ∈ IR2.

Ces deux exemples se généralisent dans IRd avec comme index VC, d + 1 et 2d + 1,
respectivement.

De l’autre coté, une collection d’ensembles C n’est pas une CVC si,

∀n ∈ IN ∃F ⊆ X avec |F | = n, tel que ∆C(F ) = 2n.

D’après le théorème 2.6.7, p. 141, [145], énoncé ci-dessous, nous savons qu’une CVC de
fonctions F , munie d’une fonction enveloppe mesurable F (·), vérifie bien la condition
d’entropie [E ].

Théorème 2.4.1 Pour une CVC de fonctions munie d’une fonction enveloppe mesurable
F et r ≥ 1, on a, pour toute mesure de probabilité Q telle que ‖F‖Q,r > 0,

N
(
ε‖F‖Q,r,F , Lr(Q)

)
≤KV (F)(16e)V (F)

{1

ε

}r(V (F)−1)

,

pour une constante universelle K et 0 < ε < 1.

Ce théorème est apparemment une version du lemme 2.7 de Alexander (1984) [2], confer
également le lemme 25, section II.5, de Pollard (1984) [112]. Notons qu’il existe plusieurs
variantes dans la littérature pour la démonstration de ce type de résultat. Pour notre
part, l’essentiel est de retenir qu’une classe de graphe VC est à nombre de recouvrement
polynomial.

Remarque 2.4.4 Le théorème 2.4.1 sera appliqué dans nos travaux pour le choix parti-
culier r = 2 correspondant à la distance L2.

Nous énonçons à présent un lemme très utile qui permet de caractériser rapidement une
CGVC de fonctions.

Lemme 2.4.4 Un espace vectoriel F de dimension finie, composé de fonctions mesurables
f : X → IR, est un CGVC d’index inférieur ou égal à dim(F) + 2.
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Voir, par exemple, la démonstration du lemme 2.6.15, p. 146, dans Van der Vaart et
Wellner (1996) [145]. Pour des références plus précises, voir p. 271, [145]. 2

Soient les classes de fonctions

IH =
{
u+ z : z ∈ IR

}
,

IK1 =
{
K1(u+ z) : z ∈ IR

}
,

IK2 =
{
K2(u+ z) : z ∈ IR

}
.

En appliquant le lemme 2.4.4 ci-dessus pour la classe de graphes IH puis le lemme 2.6.18,
partie (viii), p. 147 de ([145]) pour IK1 et IK2 fonctions monotones, nous obtenons que
IH, IK1 et IK2 sont des CGVC. Ce dernier point confirme que la condition (K.1), c’est à
dire K(·) à variation bornée sur IR, est probante pour obtenir la condition d’entropie. Par
la suite une application directe du théorème 2.4.1 implique que les classes IH, IK1 et IK2

vérifient la condition [E ]. En conséquence, comme K = K1 −K2, il s’ensuit

IK =
{
K(u+ z) : z ∈ IR

}
satisfait [E ].

A présent, considérons la classe de fonctions suivante

F =
{
aψ(v) + b : |a| ≤C, |b| ≤C

}
,

où C > 0 borne les deux fonctions c(·) et d(·) dans (2.3). En utilisant les même arguments
que précédemment nous concluons que F vérifie [E ]. Alors, une simple application du
lemme A.3.4, situé en annexe, entraîne que, pour une certaine constante 0 < C < ∞, la
classe produit {

(aψ(v) + b)K(u+ z) : z ∈ IR, |a| ≤C, |b| ≤C
}

satisfait [E ].

Il en découle aisément que la classe de fonctions définie pour u, v ∈ IR par

G ′ =
{
(aψ(v) + b)K(u+ z)− (a′ψ(v) + b′)K(u+ z′) :

z ∈ IR, z′ ∈ IR, |a| ≤C, |a′| ≤C, |b| ≤C, |b′| ≤C
}

satisfait [E ].

Comme G ′n ⊆ G ′, la classe G ′n, qui sert à contrôler les incréments du processus empirique,
appartient bien à la classe des fonctions mesurables avec nombre de recouvrement unifor-
mément polynomial. Cet argument va nous servir à démontrer le lemme central de cette
section concernant les oscillations du processus empirique.

Lemme 2.4.5 Sous les conditions du lemme 2.4.3, il existe une constante B > 0 telle
que, lorsque (2.10) est vérifiée pour 0 < δ≤ δε,

IP
{ ‖αn‖G′n√

hn log(1/hn)
> B

√
ε
}

= o(1). (2.22)
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On rappelle que 0 < M = 2 {‖c‖ × ‖ψ‖ + ‖d‖} ‖K(k)‖ < ∞ d’après (2.13). Nous remar-
quons alors que, uniformément en g ∈ G ′n,

‖g‖≤‖gn,i‖+ ‖ηn,z,k‖≤M.

De plus, le lemme 2.4.3 implique l’existence d’un δε > 0 tel que, lorsque (2.10) est vérifiée
pour 0 < δ≤ δε, nous avons

σ2
G′n = sup

g∈G′n
Var
[
g(X, Y )

]
≤ ε hn σ2

W (I). (2.23)

Ainsi d’après le résultat A.3.1, ∀ t > 0 et pour A1, A2 des constantes convenablement
choisies, il s’ensuit

IP
{∥∥n1/2αn

∥∥
G′n
≥A1

(
IE
∥∥∥ n∑
i=1

εig(Xi, Yi)
∥∥∥
G′n

+ t
)}

≤ 2

{
exp

{−A2t
2

nσ2
G′n

}
+ exp

{−A2t

M

}}
. (2.24)

Ensuite, en utilisant le résultat A.3.2 (ou sa version améliorée, le résultat A.3.4) pour la
classe de fonctions G = G ′n, la fonction enveloppe G(·) = supg∈G′n |g(·)| et la variance
σ2 = σ2

G′n , nous obtenons la borne suivante

IE
∥∥∥ n∑
i=1

εig(Xi, Yi)
∥∥∥
G′n
≤A3

√
νεnhn log(1/hn), (2.25)

où A3 > 0 désigne une constante. Ainsi, en combinant l’inégalité (2.24) avec (2.23) et
(2.25), lorsque t = A3

√
νε nhn log(1/hn), il s’ensuit

IP
{∥∥n1/2αn

∥∥
G′n
≥ 2A1A3

√
νεnhn log(1/hn)

}
≤ 2

{
exp

{
−A2A

2
3ν log(1/hn)

σ2
W (I)

}
+ exp

{
−A2A3

√
νεnhn log(1/hn)

M

}}
= o(1), via (H.1) et (H.2).

En posant B = 2A1A3

√
ν ci-dessus, nous concluons à (2.22), ce qui clôt la démonstration.

2

Démonstration de la proposition 2.4.2

Comme G ′n,i ⊆ G ′n, pour tout 0≤ i≤ ln, nous avons

max
0≤i≤ln

‖αn‖G′n,i√
2hn log(1/hn)

≤ ‖αn‖G′n√
2hn log(1/hn)

.
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D’après (2.22),

IP

{
‖αn‖G′n√
hn log(1/hn)

> B
√
ε

}
= o(1).

Ainsi, en fixant A =
B

σW (I)
√

2
, nous obtenons

IP
{

max
0≤i≤ln

‖αn‖G′n,i√
2hn log(1/hn)

> σW (I)A
√
ε
}

= o(1),

lorsque (2.10) est vérifiée pour 0 < δ≤ δε.

Conclusion

Finalement, en combinant les propositions 2.4.1 et 2.4.2, nous concluons qu’il existe une
constante A > 0, tel que pour n’importe quel ε > 0, nous puissions trouver un δε > 0
vérifiant la condition (2.10) pour 0 < δ≤ δε, et ∀ τ > 0,

IP
{

sup
x∈I

∣∣Wn,k(x, ψ)
∣∣√

2nhn log(1/hn)
> {1 + τ + A

√
ε}σW (I)

}
≤ IP

{
max

0≤i≤ln

|αn(gn,i)|√
2hn log(1/hn)

> σW (I)(1 + τ)
}

+ IP
{

max
0≤i≤ln

‖αn‖G′n,i√
2hn log(1/hn)

> σW (I)A
√
ε
}

= o(1).

Pour finir, ε et τ étant arbitrairement petits, nous les choisissons tels que ε ≥ τ +Aε, ce
qui nous donne clairement la borne supérieure (2.6) énoncé en début de section.

2.4.2 Borne inférieure

Le but de cette sous-section est de prouver que,

lim inf
n→∞

sup
x∈I

±Wn,k(x, ψ)√
2nhn log(1/hn)

IP

≥ σW (I). (2.26)

Résultats nécessaires pour le traitement de la borne inférieure

Soit Z = Z1, Z2, . . ., une suite de vecteurs aléatoires i.i.d. à valeurs dans IR2. Pour chaque
n ≥ 1, on considère la fonction de répartition empirique, basée sur les n premiers vecteurs
aléatoires, définie par

Gn(s) =
1

n

n∑
i=1

II
{
Zi≤ s

}
, s ∈ IR2,

où z≤ s signifie que chaque composante de z est inférieure ou égale à la composante de s
correspondante. Ensuite, pour n’importe quelle fonction mesurable g(·) à valeurs réelles
et définie sur IR2 (g : IR2 → IR), on pose

Gn(g) =

∫
IR2

g(s)dGn(s), µ(g) = IE
[
g(Z)

]
et σ̄(g) =

√
Var
[
g(Z)

]
.
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Soit {an : n ≥ 1} une suite de constantes positives convergeant vers zéro. On considère
une suite Gn =

{
g

(n)
i : i = 1, . . . , kn

}
d’ensembles de fonctions mesurables à valeurs réelles

sur IR2, i.e. pour chaque n ≥ 1 la classe Gn contient kn fonctions de la forme g(n)
i (·). Ici,

le (n) exprime la dépendance en n et non une puissance ou un degré de dérivation. Pour
chaque fonction g(n)

i ∈ Gn, les conditions suivantes sont vérifiées,

IP
{
g

(n)
i (Z) 6= 0, g

(n)
j (Z) 6= 0

}
= 0, ∀ 1≤ i 6=j≤ kn;

kn∑
i=1

IP
{
g

(n)
i (Z) 6= 0

}
≤ 1/2. (2.27)

De plus, on suppose les hypothèses suivantes,

(R.1) pour un certain 0 < r <∞, la suite ankn → r lorsque n→∞ ;

(R.2) pour certains −∞ < µ1, µ2 < ∞, uniformément en i = 1, . . . , kn, et pour n suffi-
samment grand,

anµ1≤µ
(
g

(n)
i

)
≤ anµ2; (2.28)

(R.3) pour certains 0 < σ1 < σ2 <∞, uniformément en i = 1, . . . , kn, et pour n suffisam-
ment grand, √

anσ1≤ σ̄
(
g

(n)
i

)
≤
√
anσ2; (2.29)

(R.4) pour un certain 0 < M <∞, uniformément en i = 1, . . . , kn, et pour n suffisamment
grand,

|g(n)
i | ≤M .

Lemme 2.4.6 Sous les conditions (R.1–4), pour chaque 0 < ε < 1

IP
{

max
1≤ i≤ kn

n1/2
{
Gn(g

(n)
i )− µ

(
g

(n)
i

)}
σ̄
(
g

(n)
i

)√
2 log(1/an)

≥ 1− ε
}
→ 1. (2.30)

Remarque 2.4.5 Ce lemme est la clef de notre démonstration pour la borne inférieure.
Il repose sur une approximation poissonienne du processus empirique (voir proposition
2.2 dans Einmahl et Mason (2000)).

Soit nΠn un processus de Poisson sur IR2 tel que, pour tout borélien A de IR2,

nIE
[
Πn(A)

]
= nIP{Z ∈ A}.

Lemme 2.4.7 Soit
{
g

(n)
i : 1 ≤ i ≤ kn

}
, un ensemble de fonctions mesurables telles que

les conditions (2.27) soient vérifiées. Alors, pour tout boréliens B1, . . . , Bkn de IR, on a

IP
{
Gn(g

(n)
i ) ∈ Bi, i = 1, . . . , kn

}
≤ 2

kn∏
i=1

IP
{

Πn(g
(n)
i ) ∈ Bi

}
.
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La démonstration est similaire à celle du lemme 2.1, p. 1253-1254, [26]. 2

Pour chaque i = 1, . . . , kn, on dénote par A(n)
i l’événement :

n1/2
{
Gn(g

(n)
i )− µ

(
g

(n)
i

)}
σ̄
(
g

(n)
i

)√
2 log(1/an)

< 1− ε.

D’après le lemme 2.4.7, il s’ensuit

IP
{ kn⋂
i=1

A
(n)
i

}
≤ 2

kn∏
i=1

IP
{
Bn
i

}
,

lorsque Bn
i dénote l’événement :

n1/2
{
Πn(g

(n)
i )− µ

(
g

(n)
i

)}
σ̄
(
g

(n)
i

)√
2 log(1/an)

< 1− ε.

On rappelle que
nΠn(s)

L
=
∑
i≤πn

II
{
Zi ≤ s

}
,

où πn désigne une variable aléatoire P(n) (i.e., une v.a. de Poisson de moyenne n) indé-
pendante des

{
Zi : i ≥ 1

}
. A présent, choisissons un δ > 0 tel que δµ2/σ1 < (ε/2)2, en

vue de (2.28) et (2.29). Nous avons clairement,

IP
{(
Bn
i

)c}
=

∑
m≥1

IP
{(
Bn
i

)c∣∣πn = m
}

IP
{
πn = m

}
≥

∑
|n−m|≤δ

√
n

IP
{(
Bn
i

)c∣∣πn = m
}

IP
{
πn = m

}
.

Cette dernière quantité est supérieure ou égale à, d’après l’égalité en distribution ci-dessus,

∑
|n−m|≤δ

√
n

IP

{
n1/2

{
(m/n)Gm(g

(n)
i )− (m/n)µ

(
g

(n)
i

)}
σ̄
(
g

(n)
i

)√
2 log(1/an)

≥ 1− ε+
δµ2

σ1

∣∣∣πn = m

}
×IP

{
πn = m

}
≥

∑
|n−m|≤δ

√
n

IP

{
n1/2

{
(m/n)Gm(g

(n)
i )− (m/n)µ

(
g

(n)
i

)}
σ̄
(
g

(n)
i

)√
2 log(1/an)

≥ (1− ε)2
∣∣∣πn = m

}
×IP

{
πn = m

}
Nous obtenons (2.30) ou sa version presque sûre en suivant les arguments p. 26-27 [42].

La démonstration de la borne inférieure (2.26) est équivalente à la preuve de la proposition
ci-dessous.
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Proposition 2.4.3 Sous les hypothèses du théorème 2.3.1, pour tout 0 < ε < 1/2, nous
avons,

IP
{

sup
x∈I

±Wn,k(x, ψ)√
2nhn log(1/hn)

< (1− ε)σ(ψ)
}

= o(1). (2.31)

Cette proposition est une conséquence du lemme 2.4.6. Il faut donc vérifier les conditions
du lemme 2.4.6. La première étape consiste à choisir un sous-intervalle I1 = [a1, b1] de
I = [a, b] tel que, pour ε > 0,

inf
x∈I1

IE
[(
c(x)ψ(Y ) + d(x)

)2∣∣X = x
]
fX(x)

∫
IR

[
K(k)(t)

]2
dt > σ2

W (I)(1− ε/2), (2.32)

où σ2
W (I) est définie en (2.4) et

IP
{
X ∈ I1

}
≤ 1/2. (2.33)

Ceci est possible d’après (F.1–2) qui impliquent la continuité sur I de la fonction

x→ IE
[(
c(x) + ψ(Y )d(x)

)2∣∣X = x
]
fX(x)

∫
IR

[
K(k)(t)

]2
dt.

Afin de satisfaire les conditions du précédent Lemme, on discrétise l’intervalle I1 en kn
points :

xi,n = a1 + 2ihn, pour i = 1, . . . , b(b1 − a1)/2hnc − 1 := kn.

D’après cette définition de kn, l’hypothèse (R.1) est bien vérifiée avec an = hn, i.e.
limn→∞ hnkn ≈ b(b1 − a1)/2c.
Pour chaque xi,n, 1≤ i≤ kn, on associe la fonction

g
(n)
i (x, y) :=

(
c(xi,n)ψ(y) + d(xi,n)

)
K(k)

(xi,n − x

hn

)
.

Ainsi, la condition (R.4) est bien vérifiée, uniformément en 1≤ i≤ kn nous avons

‖g(n)
i ‖≤

{
‖c‖J ‖ψ‖+ ‖d‖J

}
‖K(k)‖.

Maintenant, rappelons que le noyau K(·) vérifie

K(u) = 0 pour u /∈ [−1/2, 1/2] donc
K(k)(u) = 0 pour u /∈ [−1/2, 1/2] et alors

g
(n)
i (X,Y ) 6= 0 ⇐⇒ |xi,n −X| ≤hn/2
|xj,n −X| = |xj,n − xi,n + xi,n −X| ≥ 2hn − hn/2 pour i 6=j.

En conséquence, pour 1≤ i 6=j≤ kn

IP
{
g

(n)
i (X, Y )6=0 et g(n)

j (X, Y )6=0
}

= 0.

Par la suite, on remarque que

Var
(
g

(n)
i (X, Y )

)
≤ IE

[(
g

(n)
i (X, Y )

)2]
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=

∫
IR

IE
[(
c(xi,n)ψ(Y ) + d(xi,n)

)2∣∣X = x
][
K(k)

(xi,n − x

hn

)]2
fX(x)dx

Une application du lemme de Bochner (résultat A.2.1) nous indique que∫
IR

IE
[(
c(xi,n)ψ(Y ) + d(xi,n)

)2∣∣X = x]
[
K(k)

(xi,n − x

hn

)]2
fX(x)dx→

hnIE
[(
c(xi,n)ψ(Y ) + d(xi,n)

)2∣∣X = xi,n]fX(xi,n)

∫
IR

[
K(k)(u)

]2
du

≤ hnσ
2
W (I).

Nous obtenons alors la borne supérieure de (R.3) ; pour tout ε > 0, si n suffisamment
grand, uniformément en 1≤ i≤ kn,

Var
(
g

(n)
i (X, Y )

)
≤hnσ2

W (I)(1 + ε).

En outre, une application du lemme de Bochner combiné avec (2.32) nous donne, pour n
suffisamment grand, uniformément en 1≤ i≤ kn,

Var
(
g

(n)
i (X, Y )

)
≥hnσ2

W (I)(1− ε).

Au final, σW (I) étant positif,√
hnσW (I)

√
(1− ε)≤

[
Var
(
g

(n)
i (X, Y )

)]1/2
=: σ̄

(
g

(n)
i

)
≤
√
hnσW (I)

√
(1 + ε),

toujours uniformément en 1≤ i≤ kn et pour n assez grand.
Nous procédons identiquement pour montrer l’équivalent de (R.2) avec an = hn. On note
que

σ̄
(
g

(n)
i

)
(1− ε) ≥ (1− ε)

√
(1− ε)

√
hnσW (I) = (1− ε)3/2σW (I)

√
hn.

En conséquence,

IP
{

max
1≤ i≤ kn

n1/2
{
Gn(g

(n)
i )− µ

(
g

(n)
i

)}
σ̄
(
g

(n)
i

)√
2 log(1/hn)

≥ 1− ε
}

≤ IP
{

max
1≤ i≤ kn

n1/2
{
Gn(g

(n)
i )− µ

(
g

(n)
i

)}√
2hn log(1/hn)

≥ (1− ε)3/2σW (I)
}

En appliquant le lemme 2.4.6 avec an = hn, il s’ensuit

IP
{

max
1≤ i≤ kn

n1/2
{
Gn(g

(n)
i )− µ

(
g

(n)
i

)}√
2hn log(1/hn)

≥ (1− ε)3/2σW (I)
}
→ 1,

ou

IP
{

max
1≤ i≤ kn

n1/2
{
Gn(g

(n)
i )− µ

(
g

(n)
i

)}√
2hn log(1/hn)

< (1− ε)σW (I)
}

= o(1),
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avec (1− ε)3/2 = 1− ε. Finalement, l’inégalité

sup
x∈I

Wn,k(x, ψ)√
2nhn log(1/hn)

≥ max
1≤ i≤ kn

n1/2
{
Gn(g

(n)
i )− µ

(
g

(n)
i

)}√
2hn log(1/hn)

,

entraîne (2.31) et la validité de la proposition 2.4.3.
Le cas "−" est similaire et ne sera pas présenté ici par soucis de concision. 2

2.4.3 Démonstration du théorème 2.3.1

Premièrement, nous remarquons que

IP
{

sup
x∈I

±Wn,k(x, ψ)√
2nhn log(1/hn)

> (1 + ε)σW (I)
}

≤ IP
{

sup
x∈I

|Wn,k(x, ψ)|√
2nhn log(1/hn)

> (1 + ε)σW (I)
}

= o(1),

en se référant à (2.6). Ceci, combiné à (2.26), entraîne∣∣∣ sup
x∈I

±Wn,k(x, ψ)√
2nhn log(1/hn)

− σW (I)
∣∣∣ = oIP(1),

ce qui complète la démonstration du théorème 2.3.1.

2.4.4 Démonstration des corollaires 2.3.1 et 2.3.2

En appliquant le théorème 2.3.1 pour le choix particulier de fonctions c(x) = 0 et d(x) = 1
puis, pour le choix c(x) = 1 et d(x) = 0 nous obtenons les corollaires 2.3.1 et 2.3.2,
respectivement. Plus précisément, lorsque c(x) = 0 et d(x) = 1,

Wn,k(x, ψ) = nh1+k
n

{
f̂

(k)
X;n(x)− f

(k)
X;n(x)

}
.

De même, lorsque c(x) = 1 et d(x) = 0,

Wn,k(x, ψ) = nh1+k
n

{
r̂
(k)
ψ;n(x)− r

(k)
ψ;n(x)

}
.

2.4.5 Démonstration du théorème 2.3.2

La démonstration du théorème 2.3.2 est une conséquence du lemme 2.4.8 ci-dessous. En
posant c(x) = 1/fX(x) et d(x) = −mψ(x)/fX(x) dans la définition (2.3.1) de Wn,k(x),
nous obtenons

Wn,k(x) = nhk+1
n

{
r̂
(k)
ψ;n(x)

fX(x)
−
r
(k)
ψ;n(x)

fX(x)
− rψ(x)

fX(x)
×
{
f̂

(k)
X;n(x)− f

(k)
X;n(x)

}
fX(x)

}
.
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Remarque 2.4.6 Dans les précédentes démonstrations nous avons supposé que les fonc-
tions c(·) et d(·) étaient continues et bornées sur l’intervalle I. Sous les hypothèses (F.1–3)
cette condition est bien vérifiée lorsque c(x) = 1/fX(x) et d(x) = −mψ(x)/fX(x), d’après
la remarque 2.2.1 combinée à la compacité de l’intervalle I.

Lemme 2.4.8 Sous les hypothèses du théorème 2.3.1, nous obtenons l’approximation sui-
vante, lorsque n→∞,

εn := {θn}−1/2 sup
x∈I

∣∣∣Wn,k(x)− nhk+1
n

{
m̂

(k)
ψ;n(x)− ĨE

[
m̂

(k)
ψ;n(x)

]}∣∣∣ = oIP(1),

où

θn = nhn log(1/hn).

On commence par k = 0. Nous remarquons que,

r̂ψ;n(x)− rψ;n(x)−m(x)
{
f̂X;n(x)− fX;n(x)

}
={

f̂X;n(x)− fX;n(x)
}{
m̂ψ;n(x)−m(x)

}
+ fX;n(x)

{
m̂ψ;n(x)− ĨE

[
m̂ψ;n(x)

]}
.

Il s’ensuit

m̂ψ;n(x)− ĨE
[
m̂ψ;n(x)

]
=

1

fX;n(x)

{
r̂ψ;n(x)− rψ;n(x)−m(x)

{
f̂X;n(x)− fX;n(x)

}}
−

{
m̂ψ;n(x)−mψ;n(x)

}
×
{
f̂X;n(x)− fX;n(x)

}
× {fX;n(x)}−1.

Comme, sous nos hypothèses, l’estimateurs m̂ψ;n(x) est consistant, uniformément sur I, la
deuxième partie du membre de droite de l’égalité ci-dessus est négligeable, via le corollaire
2.3.1.

On traite à présent le cas où k = 1. La généralisation découlera d’un simple argument de
récurrence.

εn =

{
nh3

n

log(1/hn)

}1/2

sup
x∈I

∣∣∣∣∣ r̂′ψ;n(x)

fX(x)
−
r′ψ;n(x)

fX(x)
− rψ(x)

fX(x)
×
{
f̂ ′X;n(x)− f ′X,n(x)

}
fX(x)

−
r̂′ψ;n(x)

f̂X;n(x)
+
r̂ψ;n(x)f̂

′
X;n(x)

f̂ 2
X;n(x)

+
r′ψ;n(x)

fX;n(x)
−
rψ;n(x)f̂

′
X;n(x)

f 2
X;n(x)

∣∣∣∣∣
=

{
nh3

n

log(1/hn)

}1/2

sup
x∈I

∣∣∣∣ 1

fX;n(x)fX(x)

{
r̂′ψ;n(x)− r′ψ;n(x)

}{
fX;n(x)− fX(x)

}

−
r̂′ψ;n(x)

fX;n(x)f̂X;n(x)

{
fX;n(x)− f̂X;n(x)

}
+
{
fX;n(x)fX(x)

}−2×
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{
f̂ ′X;n(x)− f ′X;n(x)

}{
rψ;n(x)f

2
X(x)− rψ(x)f 2

X;n(x)
}
−

f̂ ′X;n(x){
fX;n(x)f̂X;n(x)

}2×

{
f̂ 2
X;n(x)rψ;n(x)− r̂ψ;n(x)f

2
X;n(x)

}∣∣∣∣.
Maintenant, en appliquant le théorème 2.3.1 avec c(x) = 0 et d(x) = 1 puis c(x) = 1 et
d(x) = 0 pour k = 0, 1, nous obtenons{ nh3

n

log(1/hn)

}1/2

sup
x∈I

∣∣f̂X;n(x)− fX;n(x)
∣∣ IP

= O(hn) = o(1),{ nh3
n

log(1/hn)

}1/2

sup
x∈I

∣∣r̂ψ;n(x)− rψ;n(x)
∣∣ IP

= O(hn) = o(1),{ nh3
n

log(1/hn)

}1/2

sup
x∈I

∣∣f̂ ′X;n(x)− f ′X;n(x)
∣∣ IP

= O(1),{ nh3
n

log(1/hn)

}1/2

sup
x∈I

∣∣r̂′ψ;n(x)− r′ψ;n(x)
∣∣ IP

= O(1).

De plus, une application directe du lemme de Bochner implique les égalités suivantes,

sup
x∈I

∣∣fX;n(x)− fX(x)
∣∣ = o(1) et sup

x∈I

∣∣rψ;n(x)− rψ(x)
∣∣ = o(1).

En utilisant les dernières égalités ci-dessus, il s’ensuit aisément

εn = oIP(1),

ce qui clôt la démonstration. Notons qu’il faut décomposer, via des linéarisations succes-
sives, chacune des expressions de εn de manière à faire apparaître les déviations ci-dessus.

2

En combinant le lemme 2.4.8 avec le théorème 2.3.1, nous obtenons directement le théo-
rème 2.3.2.

Remarque 2.4.7 Nous pouvons remarquer que dans l’étude asymptotique des estima-
teurs des dérivées de la régression m̂

(k)
ψ;n(x), les termes r̂(k)

ψ;n(x) et f̂ (k)
X;n(x) sont prépondé-

rants, ce sont eux qui déterminent la vitesse exacte de convergence.

2.4.6 Le cas non-borné

Dans cette section, nous ne supposons plus les variables {Yi : 1 ≤ i ≤ n} bornées (cf. la
condition (F.3)). Nous travaillons désormais sous l’hypothèse (F.4), que nous rappelons
ici, par convenance,

(F.4) sup
x∈J

IE
[∣∣ψ(Y )

∣∣s∣∣X = x
]
<∞, pour un certain s > 2.

Cette condition de moment est nécessaire pour traiter le cas non-borné, elle nous servira
notamment à traiter la partie aléatoire du reste, via l’inégalité de Markov.
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Par la suite, en outre des hypothèses classiques sur la fenêtre hn, nous nécessitons une
hypothèse sur la fenêtre plus forte que (H.2), liée à l’hypothèse (F.4),

(H.2)∗ n1−2/shn log n→∞⇔ n1−2/shn log(1/hn) →∞.

A présent, nous pouvons énoncer, ci-dessous, le théorème 2.3.1 principal sous sa forme la
plus générale.

Théorème 2.4.2 Supposons les hypothèses (F.1–2–4), (H.1), (H.2)∗ et (K.1–4) vérifiées.
Alors nous avons, lorsque n→∞,∣∣∣{2nhn log(1/hn)

}−1/2
sup
x∈J

{
±Wn,k(x, ψ)

}
− σW (I)

∣∣∣ IP
= o(1).

La démonstration du théorème est classique, elle procède d’un argument de troncation
essentiellement. L’idée est de tronquer la partie de Wn,k(x, ψ) qui dépend des variables Yi
et de montrer que le reste est négligeable pour notre vitesse de convergence (en s’appuyant
sur l’hypothèse de moment (F.4) et la condition sur la fenêtre (H.2)∗ ci-dessus).

Pour cela, nous introduisons donc un nouveau processus où nous pouvons étudier de plus
près le comportement du processus général Wn,k(x, ψ), lorsque la variable Y n’est pas
bornée,

Vn,k(x, ψ) := c(x)
n∑
j=1

ψ(Yj)K
(k)
(x−Xj

hn

)
− c(x)nIE

[
ψ(Y )K(k)

(x−Xj

hn

)]
.

D’après (F.4), nous remarquons que sup
x∈J

IE
[∣∣ψ(Y )

∣∣2∣∣X = x
]
<∞.

Proposition 2.4.4 Sous les hypothèses du précédent théorème, il existe une constante
absolue B > 0 telle que, nous avons,

IP

{
sup
x∈I

|Vn,k(x, ψ)|√
2nhn log(1/hn)

> B
√
β2(ψ)

}
= o(1),

où
β2(ψ) := sup

x∈J
IE
[{
ψ(Y )

}2∣∣X = x
]
.

-Démonstration de la proposition 2.4.4

La démonstration de la proposition 2.4.4 sera une conséquence de deux lemmes, présentés
ci-dessous. Dans un premier temps, nous introduisons quelques notations et définitions.

Nous définissons Vn,k(x, ψn), la partie tronquée de Vn,k(x, ψ), telle que

ψn(y) := ψ(y)II
{
|ψ(y)| < n1/s

}
.

Pour x ∈ J , nous posons

vn,x,k(u, v) = vn,x(u, v) := c(x)ψn(v)K
(k)
(x− u

hn

)
, pour (u, v) ∈ IR2. (2.34)
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Ainsi, nous pouvons écrire
Vn,k(x, ψn) = n1/2αn(vn,x).

Pour n ≥ 1, soit la classe de fonctions

Hn :=
{
vn,x : x ∈ I

}
.

Nous avons clairement, ∥∥n1/2αn
∥∥
Hn√

2nhn log(1/hn)
= sup

x∈I

∣∣Vn,k(x, ψn)∣∣√
2nhn log(1/hn)

.

La proposition 2.4.4 est liée au lemme suivant.

Lemme 2.4.9 Sous les hypothèses de la proposition ci-dessus, nous avons, pour C > 0
constante convenablement choisie,

IP
{
‖αn‖Hn > C

√
β2(ψ)hn log(1/hn)

}
= o(1).

La démonstration du lemme 2.4.9 est comparable à celle de la borne supérieure (cf. la
sous-section 2.4.1) mais en plus simple. Ceci est dû au fait que nous ne cherchons pas à
déterminer une borne exacte mais juste la vitesse de convergence uniforme. Plus précisé-
ment, l’argumentation sera similaire à la partie oscillation de la sous-section 2.4.1. Dans
un premier temps il faut déterminer une borne pour le composant tronqué vn,x. D’après
la définition en (2.34), il s’ensuit

‖vn,x‖ ≤ ‖c‖‖K(k)‖ × n1/s =: M n1/s.

En suivant le schéma classique développée dans la précédente démonstration de la borne
supérieure, pour pouvoir appliquer la fameuse inégalité exponentielle de Talagrand, il nous
reste à borner un terme de variance :

Var
[
vn,x(X,Y )

]
≤ IE

[
v2
n,x(X, Y )

]
≤ IE

[(
c(x)ψ(Y )

)2{
K(k)

(x−X

hn

)}2
]
.

En utilisant un argument de conditionnement combiné avec (K.2) et (F.2), nous obtenons,
lorsque n est assez grand,

IE

[(
c(x)ψ(Y )

)2{
K(k)

(x−X

hn

)}2
]

≤ ‖c‖2

∫
|x−t|≤hn/2

IE
[
ψ2(Y )|X = t

]
fX(t)

[
K(k)

(x− t

hn

)]2
dt

≤ ‖c‖2β2(ψ)

∫
|x−t|≤hn/2

fX(t)
[
K(k)

(x− t

hn

)]2
dt

≤ hn‖c‖2β2(ψ)

∫ 1

−1

fX(x− hnu)
[
K(k)(u)

]2
du

65



Chapitre 2. Lois uniformes du logarithme pour les dérivées de la régression

≤ hn ‖c‖2 β2(ψ) ‖fX‖J ‖K(k)‖2
2 cf. [lemme de Bochner].

Cette inégalité est vraie uniformément en x ∈ I. Pour n suffisamment grand, il s’ensuit,

σ2
Hn

:= sup
Hn

Var
[
vn,x(X, Y )

]
≤ hn ‖c‖2 β2(ψ) ‖fX‖J ‖K(k)‖2

2. (2.35)

A présent, remarquons que Hn satisfait la condition d’entropie [E ], c’est à dire

N(ε,Hn)≤C ε−ν , 0 < ε < 1.

Ainsi d’après le résultat A.3.1, ∀ t > 0 et pour certaines constantes A1, A2 convenablement
choisies, nous obtenons

IP
{
‖n1/2αn‖Hn ≥A1

(
IE
∥∥∥ n∑
i=1

εig(Xi, Yi)
∥∥∥
Hn

+ t
)}

≤ 2
{

exp
(−A2t

2

nσ2
Hn

)
+ exp

( −A2t

M n1/s

)}
. (2.36)

Ensuite, en appliquant le résultat A.3.2 pour G = Hn, il s’ensuit la borne suivante :

IE
∥∥∥ n∑
i=1

εig(Xi, Yi)
∥∥∥
Hn

≤A3

√
β2(ψ)nhn log(1/hn), (2.37)

où A3 désigne une constante strictement positive. Ainsi, d’après (2.36) combinée à (2.35)
et (2.37), nous avons, pour t = A3

√
β2(ψ)nhn log(1/hn),

IP
{
‖n1/2αn‖Hn≥2A1A3

√
β2(ψ)nhn log(1/hn)

}
≤

2
{

exp
( −A2A

2
3 log(1/hn)

‖c‖2‖fX‖J ‖K(k)‖2
2

)
+ exp

(−A2A3

√
β2(ψ)nhn log(1/hn)

M n1/s

)}
= o(1),

où nous justifions l’usage de (H.2)∗ n1−2/shn log(1/hn) → ∞ afin d’obtenir la dernière
égalité en o(1).

En résumé, pour le choix de C = 2A1A3, nous validons la démonstration du premier
lemme. 2

A présent, nous étudions le reste de la troncation. Notre but est de démontrer que le reste
est négligeable asymptotiquement. Pour cela, posons

µn(x) := c(x)nIE
[
ψ̄n(Y )K(k)

(x−X

λhn

)]
, (2.38)

où
ψ̄n(y) := ψ(y)− ψn(y) = ψ(y)II

{
|ψ(y)| ≥ n1/s

}
.

-La partie stochastique

66
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Lemme 2.4.10 Sous les hypothèses de la proposition 2.4.4, nous obtenons

sup
x∈I

|µn(x)|√
nhn log(1/hn)

→ 0, lorsque n→∞.

Soit
βs(ψ) := sup

x∈J
IE
[∣∣ψ(Y )

∣∣s∣∣X = x
]
.

D’après (2.38), il s’ensuit

|µn(x)| ≤ ‖c‖nIE

[
ψ(Y )II

{
ψ(Y ) > n1/s

}
K(k)

(x−X

hn

)]
≤ n‖c‖n−(s−1)/sβs(ψ)

∫ 1

−1

fX(x− hnu)|K(k)(u)|du

≤ hnn
1/s‖c‖Jβs(ψ)‖fX‖J ‖K(k)‖ =: hnn

1/sCs.

Pour n suffisamment grand, il s’ensuit

sup
x∈I

|µn(x)|√
nhn log(1/hn)

≤

√
h2
nn

2/s

nhn log(1/hn)
× Cs =

√
hnn2/s−1

log(1/hn)
× Cs,

ce dernier terme convergeant vers 0 d’après les hypothèses (H.1) et (H.2)∗. 2

-La partie aléatoire

Nous pouvons à présent terminer la démonstration de la proposition 2.4.4. La fin de la
démonstration repose sur l’hypothèse (F.4) βs(ψ) <∞, combinée à l’inégalité de Markov.
On remarque que d’après (F.4) il existe un r ∈ IR tel que 2 < r < s et

sup
x∈J

IE
[
|ψ(Y )|r

∣∣X = x
]
<∞. (2.39)

Il s’ensuit également, via (2.39),

IE
[
|ψ(Y )|r II

{
X ∈ J

}]
<∞.

D’après l’inégalité de Markov à l’ordre 1, nous obtenons donc,

IP
{

max
1≤i≤n

|ψ(Yi)|II{Xi ∈ J}≥n1/s
}

= nIP
{
|ψ(Y )|rII{X ∈ J}≥nr/s

}
≤ O(n1−r/s) = o(1).

On peut résumer l’inégalité ci-dessus par{
max
1≤i≤n

|ψ(Yi)|II
{
Xi ∈ J

}
≥ n1/s

}
IP−→ 0. (2.40)

Par la suite, en décomposant suivant la troncation,

Vn,k(x, ψ) = c(x)
n∑
j=1

ψ(Yj)K
(k)
(x−Xj

hn

)
− c(x)nIE

[
ψ(Y )K(k)

(x−X

hn

)]
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= Vn,k(x, ψn) + c(x)
n∑
j=1

ψ(Yj)II
{
|ψ(Yj)| ≥ n1/s

}
K(k)

(x−Xj

hn

)
− µn(x),

où le deuxième terme est asymptotiquement nul en probabilité, d’après (2.40). Ainsi, avec
probabilité convergeant vers 1 lorsque n→∞, nous obtenons la borne supérieure désirée,
uniformément en x ∈ I,

sup
x∈I

|Vn,k(x, ψ)|√
2nhn log(1/hn)

≤ sup
x∈I

|Vn,k(x, ψn)|√
2nhn log(1/hn)

+ sup
x∈I

|µn(x)|√
2nhn log(1/hn)

≤ C
√

2β2(ψ),

ce qui clôt la démonstration de la proposition 2.4.4, avec B = C
√

2.

Démonstration du théorème 2.4.2

Nous pouvons maintenant achever la démonstration du théorème 2.4.2. Il suffit de com-
biner la proposition 2.4.4 avec un peu d’analyse. Soit γ > 0 un nombre réel arbitraire.
Nous posons,

ψγ(y) := ψ(y)II
{
|ψ(y)| ≤ γ

}
et ψ̄γ(y) := ψ(y)II

{
|ψ(y)| > γ

}
.

Lorsque nous considérons le processus Wn,k(·, ψγ),on remarque que l’hypothèse (F.3) est
bien vérifiée. Ainsi, d’après le théorème 2.3.1, il s’ensuit que, pour n’importe quel γ > 0
fixé, ∣∣∣{2nhn log(1/hn)

}−1/2
sup
x∈I

{
±Wn,k(x, ψγ)

}
− σW (I)

∣∣∣ = oIP(1).

De l’autre côté, en appliquant la proposition 2.4.4 à ψ̄γ, nous obtenons,

IP
{

sup
x∈I

|Vn,k(x, ψ̄γ)|√
2nhn log(1/hn)

> Bβ2(ψ̄γ)
}

= o(1).

Enfin, comme s > 2,

β2(ψ̄γ) = sup
x∈J

IE
[
ψ(Y )2II

{
|ψ(y)| > γ

}∣∣X = x
]

≤ sup
x∈J

IE
[
|ψ(Y )|sII

{
|ψ(y)| > γ

}∣∣X = x
]
× γ2−s

≤ βs(ψ) γ2−s.

Ceci implique, comme βs(ψ) <∞,

lim
γ→∞

β2(ψ̄γ) = 0.

Ainsi, il suffit de choisir un γ suffisamment grand, de telle sorte que la partie non-tronquée
devienne négligeable asymptotiquement.
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2.5 Généralisation multidimensionnelle
du théorème 2.3.2

2.5.1 Le cas où X ∈ IRp

Le passage au cadre où la variable explicative (ou prédictrice) X ∈ IRp ne présente pas
de difficultés particulières. Il suffit d’adapter les hypothèses portant sur le noyau et la
fenêtre au contexte multivarié. Notons que l’argument de poissonisation utilisé pour la
démonstration de la borne inférieure reste valide quelle que soit la dimension des variables
aléatoires considérées. Avant de présenter nos théorèmes, nous rappelons quelques uns des
résultats centraux de la littérature. Les premiers résultats de la forme loi limite uniforme
du logarithme dans un modèle multivarié sont dus à Stute (1984) [134]. Sous des hypo-
thèses classiques, proches de celles énoncées ci-après (cf. corollaire 2.5.1), il obtient une
loi limite uniforme pour l’estimateur à noyau [PR] de la densité multivariée. Soient x et
u des vecteurs de IRp.

Théorème 2.5.1 Stute (1984)

lim
n→∞

{ nhpn
2 log h−pn

}1/2

sup
x∈V

∣∣f̂X;n(x)− fX;n(x)
∣∣√

fX(x)
=
{∫

IRp

K2(u)du
}1/2

. (2.41)

Ce théorème est valable uniformément sur les parallélépipèdes (ou hyper-rectangles) V
compacts tels que la fonction de densité fX(·) soit différente de zéro. En ce qui concerne
la convergence ponctuelle, nous citons le résultat de Deheuvels and Mason (1994) [27]
(cf. la remarque 3.4, p. 1657), fondé sur une belle loi du logarithme itéré fonctionnelle
concernant une version du processus empirique local (ou processus empirique indexé par
un certain ensemble de IRp du type voisinage d’un point).

Théorème 2.5.2 Deheuvels and Mason (1994)
Soient xi, i = 1, . . . , N , des points distincts de IRp. L’ensemble limite de la suite de
vecteurs aléatoires dans IRN définie par{{

nhpn
2 log2 n

}1/2{
f̂X;n(xi)− fX;n(xi)√

fX(xi)

}{∫
IRp

K2(u)du

}−1/2

, i = 1, . . . , N

}
,

est presque sûrement égal à la boule unité de IRN .

Signalons également l’article de Hall (1991) [62] qui utilise une méthodologie différente
pour prouver une loi du logarithme itéré pour l’estimateur [NW] dans le cadre du plan
fixe multidimensionnel, avec variance conditionnelle supposée unitaire.

Théorème 2.5.3 Hall (1991)

lim sup
n→∞

{ nhpn
log log nhpn

}1/2{
m̂n(x)− IE

[
m̂n(x)

]} p.s.
=
{

2

∫
K2

fX(x)

}1/2
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Parmi les travaux actuels relatifs aux vitesses de convergence uniforme d’estimateurs à
noyaux dans le cadre multivarié, Giné et Guillou (2002) [56] ont complété les résultats
de Silverman (1978) [125] et Stute (1984) à propos de l’estimateur à noyau de la densité
[PR] multivarié. Leur méthode de démonstration est également fondée sur les travaux
de Talagrand ([137] et [138]) et notamment la fameuse inégalité exponentielle de type
Borell-Bernstein pour la déviation par rapport à l’espérance de la norme supremum du
processus empirique indexé par une classe de fonctions bornée. Comme nous l’avons remar-
qué précédemment, dans la démonstration de la section 2.4, cette inégalité exponentielle
générale est particulièrement efficace lorsque la classe de fonctions considérée satisfait une
condition d’entropie (cf. (2.21)) associée à certaines hypothèses de mesurabilité nous per-
mettant d’éviter les mesures de probabilités extérieures. Leur théorème principal, énoncé
ci-dessous, établit une loi limite uniforme du logarithme concernant la norme uniforme sur
IRp (et non plus sur un pavé compact) de la déviation par rapport à l’espérance de l’es-
timateur à noyau de la densité [PR] multivarié. Fait remarquable, ce résultat ne requiert
pas la stricte positivité de la densité fX .

Théorème 2.5.4 Giné and Guillou (2002)
On suppose les hypothèses (K.1–3) sur le noyau (cf. ci-dessous) et la densité fX(·) bornée
et uniformément continue sur IRp. La fenêtre hn satisfait

hn ↘ 0, nhpn/| log hn| → ∞, | log hn|/ log log n→∞ et nhpn ↗∞,

pour un certain c > 0. Il s’ensuit

lim
n→∞

{ nhpn
2 log h−pn

}1/2

sup
x∈IRp

∣∣f̂X;n(x)− fX;n(x)
∣∣ p.s.= sup

x∈IRp

{
fX(x)

∫
IRp

K2(u)du
}1/2

.

Ce résultat a été également démontré par Deheuvels [24] lorsque la variable X est à valeurs
réelles. Récemment, Mason [99] a établit une loi fonctionnelle uniforme du logarithme
concernant le processus empirique local au point z ∈ IRd indexé par g ∈ G, défini par,

En(z, g) :=
1

(nhn)1/2

n∑
i=1

{
g
(
h−1/d
n (z − Zi)

)
− IEg

(
h−1/d
n (z − Zi)

)}
,

avec {Zi : 1 ≤ i ≤ n} des vecteurs aléatoires i.i.d. à valeurs dans IRd. La méthodologie
employée reprend des arguments similaires à [26], mais en utilisant les travaux récents sur
le processus empirique indexé par des classes de fonctions, parmi lesquels les principes
de grandes déviations fonctionnelles démontrés par Arcones [3] et [4]. Notons que la loi
fonctionnelle uniforme du logarithme de Mason permet de nombreuses applications dans
le cadre de l’étude de la consistance presque sûre d’estimateurs à noyaux multivariés et
règle également le problème de l’uniformité par rapport au noyau.

Cadre de travail et hypothèses

Nous disposons d’un n-échantillon de couples aléatoires (X, Y ) à valeurs dans IRp × IR.
La convergence uniforme sera établie sur des hyper-rectangles contenus dans le support
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de la densité. Soient I =
∏p

i=1[ai, bi] et J =
∏p

i=1[a
′
i, b

′
i] ⊃ I deux hyper-rectangles tels

que,
a′i < ai < bi < b′i, 1 ≤ i ≤ p.

Les hypothèses sur la distribution du couple (X, Y ) restent inchangées et ne suscitent pas
de remarques complémentaires.

(F.1) fX,Y (·, ·) est continue sur J × IR ;

(F.2) fX(·) est continue et strictement positive sur J ;

(F.3) Y × II{X ∈ J } est bornée.

Par contre, le noyau et la fenêtre doivent être adaptés au cadre multidimensionnel avec
quelques modifications. Le noyau K(·) est à présent une fonction supposée mesurable
définie sur IRp et à valeurs réelles, c’est à dire K : IRp → IR. Il faut notamment ajuster
les hypothèses sur K afin que la classe de fonctions

IK =
{
K
(x− ·

h

)
: x ∈ IRp, h > 0

}
soit une classe de fonctions mesurable ponctuellement (cf. définition A.3.7) et à nombre
de recouvrement uniformément polynomial. Dans le modèle univarié, le noyau K était une
fonction continue, supposée à variation totale bornée sur IR. Dorénavant, nous supposerons
les hypothèses suivantes, avec u ∈ IRp,

(K.1) K(·) est une fonction bornée, de carré intégrable et de la forme K(u) = ζ
(
P (u)

)
,

P (·) désignant un polynôme en p variables et ζ(·) une fonction mesurable à valeurs réelles
et à variation bornée sur IR ;

(K.2) K(u) = 0 pour u /∈ [−ξ/2; ξ/2]p, pour un certain 0 < ξ <∞ ;

(K.3)
∫

IRp K(u)du = 1 ;

(K.4) K est k-fois différentiable, avec des dérivées partielles vérifiant (K.1).

Lorsque, par exemple, nous choisissons K(·) comme le produit de noyaux univarié Ki(·),
i = 1, . . . , p :

K(u) =

p∏
i=1

Ki(ui),

la condition (K.1) est bien vérifiée dès lors que chaque Ki est à variation bornée sur IR.
Cette construction rejoint la notion de fonctions multivariées à variation bornée au sens
de Hardy et Krause (cf. [76] et [91] pour des travaux plus récents concernant la variation
totale d’une fonction multivariée).

Les fonctions fX(·), rψ(·) et mψ(·) sont définies sur IRp. Afin d’estimer leurs dérivées
partielles, nous introduisons un opérateur de différentiation adéquat. Pour chaque vecteur
x = (x1, . . . , xp) ∈ J fixé et chaque p -uplet k = (k1, . . . , kp) ∈ INp, nous désignons par
D(k) l’opérateur défini par

D(k) =
( ∂

∂x1

)k1
. . .
( ∂

∂xp

)kp

d’ordre |k| = k = k1 + . . .+ kp.
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Par la suite, pour toute fonction h : IRp → IR, on dénote par h(k) =: D(k)h sa dérivée
partielle d’ordre k, associée au p -uplet k.

Sous les conditions (K.1–4), pour chaque p -uplet k dont la somme de ses éléments est
égale à k, la classe de fonctions liée à l’estimation de dérivées partielles d’ordre k :

IKk =
{
K(k)

(x− ·
h

)
: x ∈ IRp, h > 0

}
satisfait la condition d’entropie suivante, pour n’importe quelle mesure de probabilité
(c’est à dire indépendamment de la distribution du couple (X, Y )),

pour certains C > 0, ν > 0, N(ε, IKk)≤C ε−ν , 0 < ε < 1.

De l’autre coté, le fait que K(k) soit continue (ou continue à droite) entraîne que la classe
de fonctions IKk est mesurable ponctuellement (cf. lemme A.3.3 en annexe).

Les modifications sur la fenêtre sont minimes. En résumé, hpn sera substituée à hn dans
les hypothèses (H.1–5) de la précédente section.

(H.1) hn → 0, lorsque n→∞ ;

(H.2) nhpn/ log n→∞, lorsque n→∞ ;

(H.3) nh2k+p
n / log(h−pn ) →∞, lorsque n→∞ ;

(H.4) hn ↘ 0 et nhpn ↗∞, lorsque n→∞ ;

(H.5) log h−pn / log log n→∞, lorsque n→∞.

En vue d’une présentation rigoureuse des estimateurs des dérivées partielles, nous pré-
sentons quelques notations additionnelles qui serviront ultérieurement lors du passage
au cadre strictement multidimensionnel (c’est à dire lorsque Y n’est plus une variable
aléatoire réelle et que mψ : IRp → IRd).

Soit g = (g1, . . . , gd) avec gj : IRp → IR, j = 1, . . . , d. Pour tout p-uplet k = (k1, . . . , kp)
d’éléments de IN, tel que k := |k| = k1 + . . .+ kp , on définit

D(k)g = g(k) =
(
D(k)g1, . . . , D

(k)gd
)
,

où pour tout j = 1, . . . , d :

D(k)gj = g
(k)
j =

( ∂

∂x1

)k1
. . .
( ∂

∂xp

)kp

gj.

Remarque 2.5.1 Pour les p-uplets de IN, k0 tel que |k0| = 0, et kj, 1 ≤ j ≤ p, tels que
|kj| = kj = 1, nous avons :

g(k0) = g = (g1, . . . , gd) et g(kj) =
(∂g1

∂xj
, . . . ,

∂gd
∂xj

)
.

On rappelle la définition des estimateurs à noyaux de fX(x), rψ(x) et mψ(x) :

f̂X;n(x) =
1

nhpn

n∑
i=1

K
(x−Xi

hn

)
, r̂ψ;n(x) =

1

nhpn

n∑
i=1

ψ(Yi)K
(x−Xi

hn

)
,
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m̂ψ;n(x) =
r̂ψ;n(x)

f̂X;n(x)
lorsque f̂X;n(x) 6= 0.

Les estimateurs des dérivées partielles d’ordre k de fX(x) et rψ(x) sont définis par :

f̂
(k)
X;n(x) = D(k)

(
f̂X;n(x)

)
=

1

nhk+pn

n∑
i=1

K(k)
(x−Xi

hn

)
,

r̂
(k)
ψ;n(x) = D(k)

(
r̂ψ;n(x)

)
=

1

nhk+pn

n∑
i=1

ψ(Yi)K
(k)
(x−Xi

hn

)
.

Pour la fonction de régression, nous limitons notre exposition au cas où k = kj = 1 (cf.
remarque 2.5.1 ci-dessus) par souci de concision. Lorsque f̂X;n(x) 6= 0,

m̂
(kj)
ψ;n (x) = D(kj)

(
m̂ψ;n(x)

)
=
r̂
(kj)
ψ;n (x)

f̂X;n(x)
−
r̂ψ;n(x)f̂

(kj)
X;n (x)

f̂ 2
X;n(x)

,

et plus généralement m̂(k)
ψ;n(x) = D(k)

(
m̂ψ;n(x)

)
. Les termes de centrages seront de la même

forme que dans le cas univarié.

Théorèmes

Théorème 2.5.5 Supposons les hypothèses (F.1–3), (H.1–3), (K.1–4) vérifiées. Alors,
nous avons, lorsque n→∞,∣∣∣{2nhpn log(h−pn )

}−1/2

sup
x∈I

{
±Wn,k(x, ψ)

}
− σW (I)

∣∣∣ = oIP(1),

où
σ2
W (I) = sup

x∈I
IE
[(
c(x)ψ(Y ) + d(x)

)2∣∣∣X = x
]
fX(x)

∫
IRp

[K(k)(u)]2du. (2.42)

Si la fenêtre satisfait (H.3–5), nous obtenons,∣∣∣{2nhpn log(h−pn )
}−1/2

sup
x∈I

{
±Wn,k(x, ψ)

}
− σW (I)

∣∣∣ = o(1), presque sûrement.

Corollaire 2.5.1 Supposons les hypothèses (F.2), (H.1–3), (K.1–4) vérifiées. Alors, nous
avons, lorsque n→∞,∣∣∣{ nh2k+p

n

2 log(h−pn )

}1/2

sup
x∈I

±
{
f̂

(k)
X;n(x)− f

(k)
X;n(x)

}
− σf (I)

∣∣∣ = oIP(1),

où
σ2
f (I) = sup

x∈I
fX(x)

∫
IRp

[K(k)(u)]2du.

Si la fenêtre satisfait (H.3–5), nous obtenons,∣∣∣{ nh2k+p
n

2 log(h−pn )

}1/2

sup
x∈I

±
{
f̂

(k)
X;n(x)− f

(k)
X;n(x)

}
− σf (I)

∣∣∣ = o(1), presque sûrement.
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Corollaire 2.5.2 Supposons les hypothèses (F.1–3), (H.1–3), (K.1–4) vérifiées. Alors,
nous avons, lorsque n→∞,∣∣∣{ nh2k+p

n

2 log(h−pn )

}1/2

sup
x∈I

±
{
r̂
(k)
ψ;n(x)− r

(k)
ψ;n(x)

}
− σr(I)

∣∣∣ = oIP(1),

où
σ2
r(I) = sup

x∈I
σ2
ψ(x)fX(x)

∫
IRp

[K(k)(u)]2du.

Si la fenêtre satisfait (H.3–5), nous obtenons,∣∣∣{ nh2k+p
n

2 log(h−pn )

}1/2

sup
x∈I

±
{
r̂
(k)
ψ;n(x)− r

(k)
ψ;n(x)

}
− σr(I)

∣∣∣ = o(1), presque sûrement.

Théorème 2.5.6 Supposons les hypothèses (F.1–3), (H.1–3), (K.1–4) vérifiées. Alors,
nous avons, lorsque n→∞,∣∣∣{ nh2k+p

n

2 log(h−pn )

}1/2

sup
x∈I

±
{
m̂

(k)
ψ;n(x)− ĨE[m̂

(k)
ψ;n(x)]

}
− σm(I)

∣∣∣ = oIP(1),

où

σ2
m(I) = sup

x∈I

{
σ2
ψ(x)

fX(x)

}∫
IRp

[K(k)(u)]2du.

Si la fenêtre satisfait (H.3–5), nous obtenons,∣∣∣{ nh2k+p
n

2 log(h−pn )

}1/2

sup
x∈I

±
{
m̂

(k)
ψ;n(x)− ĨE[m̂

(k)
ψ;n(x)]

}
− σm(I)

∣∣∣ = o(1), presque sûrement.

La démonstration des théorèmes et corollaires ci-dessus est similaire au cas réel. Cette
fois-ci la discrétisation s’effectue sur un hyper-rectangle p-dimensionnel.

Idée de démonstration

Nous fixons p = 2 afin d’éviter des notations trop lourdes. Nous posons, pour n ≥ 1,

zn,i,j =

(
a1 + iδhn
a2 + jδhn

)
lorsque

{
0 ≤ i ≤ ln,1 := b(b1 − a1)/(δhn)c,
0 ≤ j ≤ ln,2 := b(b2 − a2)/(δhn)c.

Pour u ∈ IR2 et v ∈ IR,

gn,i,j(u, v) := ηn,zn,i,j ,k, 0 ≤ i ≤ ln,1 et 0 ≤ j ≤ ln,2,

en référence à (2.11). Nous étudions le processus empirique sur la classe de fonctions
suivante, pour n ≥ 1,

Gn :=
{
gn,i,j : 0 ≤ i ≤ ln,1, 0 ≤ j ≤ ln,2

}
.
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Puis, nous déterminons une borne pour la variance, uniformément en 0 ≤ i ≤ ln,1 et
0 ≤ j ≤ ln,2. Lorsque n est suffisamment grand,

Var
(
gn,i,j(X, Y )

)
≤ σ2

W (I)h2
n(1 + τ),

avec τ > 0 arbitraire. Il s’ensuit, via une application de l’inégalité de Bernstein ou résultat
2.4.1, pour n suffisamment grand,

IP
{

max
0≤i≤ln,1;0≤j≤ln,2

|αn(gn,i,j)|√
2h2

n log(h−2
n )

> σW (I)(1 + τ)
}

≤ 2(ln,1 + 1)(ln,2 + 1)h2(1+τ/2)
n

= O(hτn) = o(1).

Cette dernière inégalité constitue la première étape de la démonstration de la borne supé-
rieure. Par la suite, on cherche à contrôler les incréments du processus empiriques sur des
petits pavés p multidimensionnels. On ne rentrera pas dans les détails de la démonstration
par souci de clarté, mais les arguments restent identiques au cadre univarié.

2.5.2 Le cas strictement multivarié : ψ(Y ) ∈ IRd

Rappelons que d’après le théorème 2.5.6 (lorsque ψ(Y ) ∈ IR), sous les hypothèses (F.1–3),
(H.3–5) et (K.1–4), nous avons, lorsque n→∞∣∣∣{ nh2k+p

n

2 log(h−pn )

}1/2

sup
x∈I

±
{
m̂

(k)
ψ;n(x)− ĨE[m̂

(k)
ψ;n(x)]

}
− σm(I)

∣∣∣ p.s.= o(1),

où

σ2
m(I) = sup

x∈I

{
σ2
ψ(x)

fX(x)

}∫
IRp

[K(k)(u)]2du =: sup
x∈I

σ2
m(x). (2.43)

Remarque 2.5.2 D’après les résultats énoncés dans le premier chapitre concernant la
normalité asymptotique et l’étude de la variance dans le cadre multidimensionnel, σ2

m(I)
correspond également au supremum sur le pavé I de la variance asymptotique de

√
nhn×{

m̂
(k)
ψ;n(x) − ĨE[m̂

(k)
ψ;n(x)]

}
. Ainsi, les lois uniformes du logarithme que nous présentons

peuvent être vues comme une version uniforme presque sûre du théorème central limite
(cf. [89], chapitre 8, pour plus de détails).

Le but de cette section est de généraliser le théorème 2.5.6 au cas multidimensionnel, c’est
à dire lorsque ψ(Y ) ∈ IRd, avec d > 1. Il est toutefois plus difficile d’obtenir des théorèmes
limites pour la convergence uniforme. La difficulté majeure est liée à la localisation du
supremum de suites de variables multivariées à valeurs dans un espace euclidien de dimen-
sion strictement supérieure à un. De plus, la méthode développée par Finkelstein (1971)
pour étendre au cadre multidimensionnel la loi du logarithme itéré de Hartman-Wintner
se prête mal au caractère uniforme de nos résultats. Néanmoins, on peut contourner ce
problème, via une normalisation adéquate. Nous citons, en avant-propos, quelques résul-
tats remarquables démontrés par Einmahl (cf. [37]) concernant la loi du logarithme itéré
de variables aléatoires à valeurs dans un espace de Banach et, plus particulièrement, dans
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un espace euclidien de dimension 2. Ces travaux nous donnent un aperçu des ensembles
limites possibles.

Nous désignons par B un espace de Banach séparable, de norme ‖ · ‖, et B∗ son dual
topologique. Nous supposons que X,X1, . . . , sont des variables aléatoires i.i.d. à valeurs
dans B, telles que 0 < IE

[
‖X‖

]
< ∞. Dans un premier temps, nous présentons une

notion délicate, introduite par Klass (1976) [84] qui permet de normaliser la somme de
variables aléatoires à valeurs dans un espace de Banach et, de facto, de formuler des Lois
du Logarithme Itéré dans un cadre très général (cf. [36], [37] et [38]). Pour n’importe
quelle variable aléatoire ξ à valeurs réelles, telle que 0 < IE

[
|ξ|
]
< ∞, on associe une

fonction Kξ(·), définie comme la fonction inverse d’une fonction auxiliaire Gξ(·), donnée
par

Gξ(y) := y2

{∫ y

0

IE
[
|ξ|II
{
|ξ| > u

}]
du

}−1

, y > 0.

Maintenant, pour n’importe quelle fonctionnelle f ∈ B∗ telle que IE
[
f(X)] > 0, soit Kf

la K-fonction correspondant à la variable aléatoire f(X) à valeurs réelles, et posons

K̃(y) := sup
{
Kf (y) : ‖f‖ ≤ 1

}
, y > 0,

γn :=
√

2K̃
(
n/ log2 n

)
log2 n, n ≥ 3,

où log2 n désigne le logarithme itéré.

On se concentre, à présent, sur le cas particulier où B = IR2 et ‖ · ‖ désigne la norme Eu-
clidienne. Soit X =

(
X(1), X(2)

)
un vecteur aléatoire bidimensionnel et soient X1, . . . , Xn,

des copies indépendantes du vecteur aléatoire X. On pose, par convenance,

S(1)
n := X

(1)
1 + . . . , X(1)

n , et S(2)
n := X

(2)
1 + . . . , X(2)

n .

Comme l’espace IR2 est clairement un espace de Banach de type 2, en adaptant le corollaire
2, p. 2017, [36], Einmahl présente le résultat suivant.

Théorème 2.5.7 Einmahl (1995)
Soit X =

(
X(1), X(2)

)
un vecteur aléatoire centré, tel que 0 < IE

[
‖X‖

]
<∞. Alors, nous

avons,

lim sup
n→∞

‖Sn‖
γn

p.s.
= 1, (2.44)

si et seulement si, ∑
n

IP
{
|X(i)| > γn

}
<∞, i = 1, 2. (2.45)

Soit A l’ensemble limite de
{
Sn/γn

}
, constitué de tous les points ou valeurs d’adhérence.

Nous remarquons, d’après (2.44), que A est un sous-ensemble du disque unité et, de plus,

sup
{
‖x‖ : x ∈ A

}
= 1.

Einmahl [37] démontre également que l’ensemble limite A est symétrique et étoilé par
rapport à l’origine. Si nous supposons l’assertion suivante vérifiée,

les composantes X(1) et X(2) sont indépendantes, (2.46)
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les différents ensembles limites sont alors contenus dans une classe d’ensembles pouvant
être représentés comme les fermetures d’unions d’ellipses dénombrables.

Pour finir cet exposé, nous présentons quelques résultats instructifs concernant le cas
indépendant, toujours d’après Einmahl (1995). On pose, pour 0 < a, b <∞,

E(a, b) :=
{
x = (x1, x2) ∈ IR2 :

{x1

a

}2

+
{x2

b

}2

≤ 1
}

et
E(a, 0) := [−a, a]× {0}, E(0, b) := {0} × [−b, b], pour a, b ≥ 0.

On désigne par cl(M) (en référence à “closure”) la fermeture d’un sous-ensemble arbitraire
M appartenant à IR2. Nous définissons,

σ1 := lim sup
n→∞

|S(1)
n |
γn

,

et

σ2 := lim sup
n→∞

|S(2)
n |
γn

,

en observant que σ1 ∨ σ2 ≤ 1, d’après (2.44).

Théorème 2.5.8 Einmahl (1995)
Soit X un vecteur aléatoire satisfaisant les conditions (2.45) et (2.46). Alors, nous avons,
pour des suites convenables 0 ≤ am ≤ σ1, 0 ≤ bm ≤ σ2,

A = E(σ1, 0) ∪ E(0, σ2) ∪ cl
{ ∞⋃
m=1

E(am, bm)
}
.

Théorèmes et démonstrations

L’approche développée par Einmahl et Mason (2000) et Deheuvels et Mason (2004) n’est
pas directement applicable dans le cadre strictement multivarié, où ψ(Y ) ∈ IRd. En effet,
la majorité des travaux sur les processus empiriques indexés par des classes de fonctions
sont concernés par des classes de fonctions à valeurs réelles. Plus particulièrement, l’ar-
gumentation principale concernant la démonstration de la borne supérieure et le contrôle
des oscillations du processus empirique repose sur une borne exponentielle pour le supre-
mum du processus empirique indexé par une classe de fonctions mesurables et à valeurs
réelles. Par contre, si nous examinons la convergence ponctuelle de la déviation par rap-
port à l’espérance de notre estimateur multivarié de la dérivée partielle d’ordre k de la
fonction de régression, il est aisé de démontrer une loi du logarithme itéré, via les travaux
de Einmahl et Mason [40] et [41] combinés au lemme 2 de Finkelstein (1971) [50].

Le cas ponctuel

Nous supposons que la fenêtre satisfait les conditions suivantes :

(H.6) hn ↘ 0, nhn ↗∞, nhn
/

log2 n→∞.

Pour démontrer notre théorème principal, on s’appuie sur le résultat ponctuel suivant ou
loi du logarithme itéré, lorsque ψ(Y ) ∈ IR (d = 1) :
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Théorème 2.5.9 Sous les hypothèses (F.1–3), (H.6), (K.1–4), nous avons,

lim sup
n→∞

{ nh2k+p
n

2 log2 n

}1/2

±
{
m̂

(k)
ψ;n(x)− ĨE[m̂

(k)
ψ;n(x)]

} p.s.
= σm(x).

C’est une légère modification de la démonstration du théorème 3, p. 80, de Einmahl et
Mason (1998) [41], qui constitue la première démonstration valide de loi du logarithme
itéré concernant l’estimateur de la régression [NW]. 2

Remarque 2.5.3 Ce dernier théorème s’appuie donc sur les travaux de Einmahl et Ma-
son. Dans un premier temps, ils ont établi une approximation forte du processus empirique
local, extension d’une notion plus ancienne développée par Deheuvels et Mason (1994)
[27]. Cette approximation forte permet alors de formuler une loi du logarithme itéré com-
pacte pour le processus empirique local. Enfin, ils en déduisent diverses lois du logarithme
itéré concernant l’estimateur à noyau de la densité ou de la régression (cf. exemples A.1.2
et A.1.3 en annexe).

Dans le cadre multidimensionnel, la fonction ψ(·) est supposée mesurable et bornée sur
tout compact dans IRd. L’hypothèse (F.1) devient

(F.1) Pour chaque x ∈ J , lim
x′→x;x′∈J

fX,Y (x′, y) = fX,Y (x, y) pour presque tout y ∈ IRd.

Remarque 2.5.4 Plus généralement, nous pouvons supposer les variables Yi, 1 ≤ i ≤ n,
à valeurs dans IRq et ψ : IRq → IRd une fonction borélienne bornée.

Les hypothèses sur le noyau et la fenêtre sont inchangées mais nous avons à intro-
duire certaines notations. Par la suite, nous ferons souvent référence à la matrice de
variance-covariance asymptotique suivante (sous réserve de son existence), équivalente
d-dimensionnelle de σ2

m(x) définie en (2.43),

Vx :=
{ 1

fX(x)

∫
IRp

[K(k)(u)]2du
}
× Σψ(x), ∀x ∈ I, (2.47)

où Σψ(x) désigne la matrice de variance-covariance de ψ(Y ) conditionnelle à X = x. Sans
perte de généralité, la matrice Σψ(x) sera supposée strictement définie positive afin de
garantir son inversibilité. Notre premier résultat constitue une simple extension multidi-
mensionnelle du théorème 2.5.9. Soit

Mn,d(x) :=

{
nh2k+p

n

2 log2 n

}1/2

±
{
m̂

(k)
ψ;n(x)− ĨE

[
m̂

(k)
ψ;n(x)

]}
.

La matrice Vx étant strictement définie positive et inversible pour chaque x ∈ I, nous
obtenons le lemme suivant.

Théorème 2.5.10 Sous les hypothèses (F.1–3), (H.6), (K.1–4), nous avons, pour chaque
x ∈ I,

C
({
Mn,d

}
(x)
)
p.s.
=
{
y ∈ IRd : yTV −1

x y ≤ 1
}

=: Ex,

et
C
(
V −1/2

x

{
Mn,d

}
(x)
)
p.s.
=
{
y ∈ IRd : yTy ≤ 1

}
=: Bd. (2.48)
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La démonstration s’appuie sur une adaptation du lemme 2 de Finkelstein (1971) (cf.
annexe, section A.4). Nous posons

θn,k :=
{ nh2k+p

n

2 log2 n

}
et Dn,k,d(x) := ±

{
m̂

(k)
ψ;n(x)− ĨE[m̂

(k)
ψ;n(x)]

}
,

où k désigne le degré de dérivation et d la dimension du vecteur aléatoire Y .

Le théorème 2.5.9, qui traite le cas où Y est à valeurs réelles, est alors équivalent à

lim sup
n→∞

{
θn,k
}1/2{Dn,k,1(x)

} p.s.
= σm(x).

Soient y un vecteur de IRd et yT son transposé. Maintenant, en utilisant le fait que la
matrice Vx est inversible, nous obtenons, ∀y ∈ IRd,

lim sup
n→∞

{
θn,k
}1/2

yT
{
V −1/2

x {Dn,k,d(x)}
}

= ‖y‖d, presque sûrement. (2.49)

Remarque 2.5.5 La matrice de variance-covariance asymptotique associée au vecteur
aléatoire

{
V
−1/2
x {Dn,k,d(x)}

}
est la matrice identité d-dimensionnelle.

D’après (2.49), pour un choix convenable d’une suite de vecteurs
{
yn
}
n≥1

, il s’ensuit

lim sup
n→∞

{
θn,k
}1/2 ×

∥∥V −1/2
x {Dn,k,d(x)}

∥∥
d

= 1, presque sûrement. (2.50)

Soit Sd :=
{
y ∈ IRd : ‖y‖d = 1

}
la sphère unité d-dimensionnelle. Pour chaque y0 ∈ Sd,

via (2.49) et (2.50), nous avons

lim inf
n→∞

∥∥∥{θn,k}1/2
{
V −1/2

x

{
Dn,k,d(x)

}}
− y0

∥∥∥2

d
= 0, presque sûrement. (2.51)

Les équations (2.50) et (2.51) entraînent,

C
(
V −1/2

x

{
Mn,d

}
(x)
)
⊆Bd p.s., (2.52)

et
C
(
V −1/2

x

{
Mn,d

}
(x)
)
⊇Bd p.s.. (2.53)

D’après (2.52) et (2.53), nous obtenons bien (2.48). La deuxième partie du lemme vient
en utilisant V 1/2

x comme un opérateur linéaire sur des ensembles de IRd. Il s’ensuit,

C
(
{Mn,d(x)}

)
= V 1/2

x

{
Bd
}

= Ex, presque sûrement.

2

Le cadre uniforme

En argumentant comme précédemment, nous obtenons également une extension du théo-
rème 2.5.6. Soit

Rn,d(x) :=

{
nh2k+p

n

2 log(h−pn )

}1/2

±
{
m̂

(k)
ψ;n(x)− ĨE

[
m̂

(k)
ψ;n(x)

]}
.
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Théorème 2.5.11 Sous les hypothèses (F.1–3), (H.3–5), (K.1–4), nous obtenons,

lim
n→∞

sup
x∈I

{
V −1/2

x Rn,d(x)
}

p.s.
=
{
y ∈ IRd : yTy = 1

}
=: Sd. (2.54)

Remarque 2.5.6 La généralisation multidimensionnelle s’appuie donc essentiellement
sur une normalisation appropriée de la déviation m̂

(k)
ψ;n(x) − ĨE

[
m̂

(k)
ψ;n(x)

]
. Par contre, il

apparaît plus difficile de déterminer l’ensemble limite de{
nh2k+p

n

2 log(h−pn )

}1/2

sup
x∈I

±
{
m̂

(k)
ψ;n(x)− ĨE

[
m̂

(k)
ψ;n(x)

]}
.

On pourrait conjecturer que l’ensemble limite est contenu dans une union infinie d’ellip-
soïdes de la forme : ⋃

x∈I

Ex.

Une application utile : l’estimation de la fonction de répartition conditionnelle

Nous finissons cette section, en présentant un exemple d’application pour la fonction ψ.
Dans le cadre multidimensionnel, on a supposé la fonction ψ : IRd → IRd mesurable
et bornée sur les ensembles compacts de IRd. On peut proposer une formulation plus
générale :

la fonction ψ : IRd → IRq est borélienne et bornée,

où q ∈ IN quelconque. Cette hypothèse nous permet de traiter aisément le cas particulier
de l’estimation non-paramétrique de la fonction de répartition conditionnelle à partir
d’un échantillon de même loi que le couple (X,Y ) à valeurs dans IRp× IRd. On pose, pour
y ∈ IRd,

ψ(y) = II
{
y ≤ t

}
, avec t ∈ IRd arbitraire mais fixé. (2.55)

En remplaçant la définition (2.55) de ψ(·) ci-dessus dans la définition de la fonction de
régression (2.1), nous obtenons la fonction de répartition conditionnelle, définie par,

F (t|x) := IE
[
II
{
Y ≤ t

}∣∣X = x
]

= IP
{
Y ≤ t

∣∣X = x
}
, ∀ x ∈ IRp.

On rappelle la définition de l’estimateur à noyau de la fonction de répartition condition-
nelle, ∀ x ∈ IRp,

F̂n(t|x) :=

n∑
i=1

II
{
Yi ≤ t

}
K
(x−Xi

hn

)
n∑
i=1

K
(x−Xi

hn

) × II

{ n∑
i=1

K
(x−Xi

hn

)
6= 0

}
,

et son terme de centrage associé,

Fn(t|x) :=
rn;ψ(x)

fn;X(x)
× II
{
fn;X(x) 6= 0

}
,

lorsque ψ vérifie (2.55). Il s’ensuit, d’après le théorème 2.5.6 avec k = 0, le corollaire
suivant.
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2.5. Généralisation multidimensionnelle du théorème 2.3.2

Corollaire 2.5.3 Supposons les hypothèses (F.1–3), (H.1–3), (K.1–4) vérifiées. Alors,
nous avons, lorsque n→∞,∣∣∣{ nhpn

2 log(h−pn )

}1/2

sup
x∈I

±
{
F̂n(t|x)− Fn(t|x)

}
− σF (I)

∣∣∣ = oIP(1),

où

σ2
F (I) = sup

x∈I

{
F
(
t|x
){

1− F
(
t|x
)}

fX(x)

}∫
IRp

K2(u)du.

Si la fenêtre satisfait (H.3–5), nous obtenons,∣∣∣{ nhpn
2 log(h−pn )

}1/2

sup
x∈I

±
{
F̂n(t|x)− Fn(t|x)

}
− σF (I)

∣∣∣ p.s.= o(1).

Ce dernier résultat améliore les résultats antérieurs de Stute (1986) ([135] et [136]). En
s’appuyant sur les travaux de Einmahl et Mason (2000), nous obtenons également le
raffinement suivant :

lim
n→∞

{ nhpn
2 log(h−pn )

}1/2

sup
t∈IRd

sup
x∈I

±
{
F̂n(t|x)− Fn(t|x)

} p.s.
= ‖K‖2

/{
2 inf

x∈I

√
fX(x)

}
.

Cette dernière loi limite uniforme du logarithme est une extension directe du corollaire 2,
p. 6, [42]. Ce dernier corollaire s’appuie sur leur théorème 1, p. 4-5, présenté ci-dessous
dans le cas borné. Soit F une classe de fonctions f mesurables et à valeurs réelles. Pour
chaque fonction f ∈ F et toutes fonctions cf et df définies sur un intervalle J , on pose,
pour x ∈ J ,

Wn(x, f) =
n∑
i=1

(
cf (x)f(Yi) + df (x)

)
K

(
x−Xi

hn

)
− nIE

{(
cf (x)f(Y ) + df (x)

)
K

(
x−X

hn

)}
.

Théorème 2.5.12 Einmahl et Mason (2000)
Supposons les hypothèses du théorème 2.3.1 vérifiées. Nous supposons que F est une V C
classe de fonctions mesurable ponctuellement et bornée. Alors, nous avons,

lim
n→∞

{
2nhn| log hn|

}−1/2
sup
f∈F

sup
x∈I

∣∣∣Wn(x, f)
∣∣∣ p.s.= σW (F , I),

où
σW (F , I) = sup

f∈F
σW (I).

A présent, nous remarquons que la classe de fonctions F =
{
ft(·) = II{· ≤ t} : t ∈

IR
}

est clairement une classe V C de fonctions bornée. En somme, si F désigne une
classe dénombrable (ou “pointwise measurable”) V C de fonctions uniformément bornée
ou admettant une fonction enveloppe mesurable avec un moment d’ordre p > 2 fini, nous
pouvons indexer notre estimateur de la régression par F et obtenir également une loi
limite uniforme du logarithme. La constante limite est alors le supremum sur la classe F
et l’intervalle I de la variance asymptotique.

81



Chapitre 2. Lois uniformes du logarithme pour les dérivées de la régression

2.6 Lois limites presque sûres pour les estimateurs lo-
calement polynomiaux

La méthodologie que nous utilisons permet également de traiter la convergence uniforme
presque sûre d’estimateurs plus sophistiqués tels les estimateurs [PL], introduits dans la
section 1.7. Nous rappelons que les estimateurs [PL] ou par polynômes locaux possèdent
de meilleures propriétés théoriques et pratiques que les estimateurs des dérivées de la
régression de type [NW], notamment en ce qui concerne le biais. L’idée de démonstration
consiste simplement à approcher la déviation (par rapport à l’espérance modifiée) associée
à ces estimateurs par une version linéarisée, équivalente au processus empirique indexé
par une certaine fonction bornée.

Dans cette section, nous démontrons donc une loi limite uniforme du logarithme concer-
nant la déviation maximale de l’estimateur localement linéaire [LL] (i.e. l’estimateur
[PL](1)). Puis, nous présentons une généralisation de cette loi à l’estimation localement
polynomiale d’ordre l > k ≥ 1 des dérivées d’ordre k de la fonction de régression. Ces
résultats, associés à la construction d’intervalles de confiance, peuvent donner des infor-
mations visuelles intéressantes sur les propriétés de régularité de la courbe de régression
du modèle considéré. D’autre part, en notant que les estimateurs par lissage polynomial
local reproduisent les polynômes, il serait intéressant de construire un test statistique
asymptotique via nos lois limites.

Premièrement, nous rappelons certaines notations du premier chapitre intervenant dans
la construction des estimateurs [PL] :

Sn,j =
n∑
i=1

(
Xi − x

)j
K
(Xi − x

hn

)
,

ce qui implique
Sn,j = nhjfX(x)µj[K]

{
1 + oIP(1)

}
,

où µj[K] désigne le moment d’ordre j du noyau K.

L’estimateur [LL] de la régression, noté m̂LL
n (x), est défini par :

m̂LL
n (x) = eT1 S

−1
n XTWy (lorsque p = 1)

=
1

Sn,0Sn,2 − Sn,1Sn,1

{
Sn,2

n∑
i=1

K
(Xi − x

hn

)
− Sn,1

n∑
i=1

Yi(Xi − x)K
(Xi − x

hn

)}
Nous posons,

f̂n(x) =
1

nhn

n∑
i=1

K
(x−Xi

hn

)
,

f̂n,1(x) =
1

nhn

n∑
i=1

{x−Xi

hn

}
K
(x−Xi

hn

)
,
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f̂n,2(x) =
1

nhn

n∑
i=1

{x−Xi

hn

}2

K
(x−Xi

hn

)
,

r̂n(x) =
1

nhn

n∑
i=1

YiK
(x−Xi

hn

)
,

r̂n,1(x) =
1

nhn

n∑
i=1

Yi

{x−Xi

hn

}
K
(x−Xi

hn

)
.

Les termes de centrage sont définis par :

fn(x) = IE
[
f̂n(x)

]
, rn(x) = IE

[
r̂n(x)

]
,

fn,1(x) = IE
[
f̂n,1(x)

]
, rn,1(x) = IE

[
r̂X;n,1(x)

]
fn,2(x) = IE

[
f̂n,2(x)

]
.

L’estimateur localement linéaire peut donc être écrit comme suit :

m̂LL
n (x) :=

r̂n(x)f̂n,2(x)− r̂n,1(x)f̂n,1(x)

f̂n(x)f̂n,2(x)−
{
f̂n,1(x)

}2 (2.56)

Nous considérons l’approximation suivante de l’espérance de m̂LL
n (x) :

ĨE
[
m̂LL
n (x)

]
= mLL

n (x) :=
rn(x)fn,2(x)− rn,1(x)fn,1(x)

fn(x)fn,2(x)−
{
fn,1(x)

}2 ,

qui est équivalente asymptotiquement à IE
[
m̂LL
n (x)

]
.

Nous remarquons que, via le lemme de Bochner, sous (F.1–3) et (K.1–2) (cf. section 2.2),

fn,1(x) =
{
fX(x)

∫
IR

uK(u)du
}

(1 + o(1)) = o(1),

rn,1(x) =
{
r(x)

∫
IR

uK(u)du
}

(1 + o(1)) = o(1),

fn,2(x) =
{
fX(x)

∫
IR

u2K(u)du
}

(1 + o(1)).

Ci-dessus, nous utilisons le fait que le moment d’ordre 1 du noyau K est toujours nul, ce
qui explique intuitivement la formulation de l’estimateur [LL] (2.56). Plus précisément,
les termes r̂n,1 et f̂n,1 convergent vers zéro et on retombe alors sur l’estimateur [NW].

Afin d’étudier le comportement limite de l’estimateur localement linéaire, nous introdui-
sons le processus empirique suivant, pour tout x ∈ J et j = 0, 1, 2,

Wn,k,j(x, ψ) =
n∑
i=1

(
c(x)ψ(Yi) + d(x)

)(x−Xi

hn

)j
K(k)

(x−Xi

hn

)
− nIE

{(
c(x)ψ(Y ) + d(x)

)(x−X

hn

)j
K(k)

(x−X

hn

)}
. (2.57)

En reprenant les hypothèses et notations de la section 2.2, nous obtenons le théorème
suivant.
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Chapitre 2. Lois uniformes du logarithme pour les dérivées de la régression

Théorème 2.6.1 Supposons (F.1–3), (H.1–3) et (K.1–4). Nous avons, lorsque n→∞,∣∣∣{2nhn log(1/hn)
}−1/2

sup
x∈I

{
±Wn,k,j(x, ψ)

}
− σW,j(I)

∣∣∣ = oIP(1),

où
σ2
W,j(I) = sup

x∈I
IE
[(
c(x)ψ(Y ) + d(x)

)2∣∣∣X = x
]
fX(x)

∫
IR

t2j[K(k)(t)]2dt.

Sous les hypothèses (F.1–3), (H.3–5) et (K.1–4), nous obtenons,∣∣∣{2nhn log(1/hn)
}−1/2

sup
x∈I

{
±Wn,k,j(x, ψ)

}
− σW,j(I)

∣∣∣ p.s.= o(1).

La démonstration est similaire à celle du théorème 2.3.1 et ne sera pas présenté par souci
de concision. 2

Nous présentons quelques corollaires pour les cas particuliers k = 0 et ψ = Id, spécifiques
à l’étude de l’estimateur localement linéaire.

Corollaire 2.6.1 Supposons (F.1–3), (H.1–3) et (K.1–3). Nous avons, lorsque n→∞,∣∣∣{ nhn
2 log(1/hn)

}1/2

sup
x∈I

±
{
f̂n,j(x)− fn,j(x)

}
− σf,j(I)

∣∣∣ = oIP(1),

où
σ2
f,j(I) = sup

x∈I
fX(x)

∫
IR

[tjK(t)]2dt.

Sous les hypothèses (F.1–3), (H.3–5) et (K.1–3), nous obtenons,∣∣∣{ nhn
2 log(1/hn)

}1/2

sup
x∈I

±
{
f̂n,j(x)− fn,j(x)

}
− σf,j(I)

∣∣∣ p.s.= o(1).

Corollaire 2.6.2 Supposons (F.1–3), (H.1–3) et (K.1–3). Nous avons, lorsque n→∞,∣∣∣{ nhn
2 log(1/hn)

}1/2

sup
x∈I

±
{
r̂n,j(x)− rn,j(x)

}
− σr,j(I)

∣∣∣ = oIP(1),

où
σ2
r,j(I) = sup

x∈I
σ2(x)fX(x)

∫
IR

[tjK(t)]2dt.

Sous les hypothèses (F.1–3), (H.3–5) et (K.1–3), nous obtenons,∣∣∣{ nhn
2 log(1/hn)

}1/2

sup
x∈I

±
{
r̂n,j(x)− rn,j(x)

}
− σr,j(I)

∣∣∣ p.s.= o(1).

Il s’ensuit les assertions suivantes, sous les hypothèses du théorème 2.6.1,{ nhn
2 log(1/hn)

}1/2

sup
x∈I

±
{
f̂n(x)− fn(x)

} p.s.
= O(1),
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{ nhn
2 log(1/hn)

}1/2

sup
x∈I

±
{
f̂n,1(x)− fn,1(x)

} p.s.
= O(1),{ nhn

2 log(1/hn)

}1/2

sup
x∈I

±
{
f̂n,2(x)− fn,2(x)

} p.s.
= O(1),{ nhn

2 log(1/hn)

}1/2

sup
x∈I

±
{
r̂n(x)− rn(x)

} p.s.
= O(1),{ nhn

2 log(1/hn)

}1/2

sup
x∈I

±
{
r̂n,1(x)− rn,1(x)

} p.s.
= O(1).

Notons que ces approximations sont aussi vraies pour la convergence en probabilité. Nous
avons à présent tous les éléments essentiels pour la démonstration d’une loi uniforme du
logarithme de l’estimateur [LL], c’est à dire nous avons établi des lois limites pour chacune
des déviations de ses composantes (cf. (2.56) et les corollaires 2.6.1 et 2.6.2). Il nous reste à
prouver que la déviation m̂LL

n (x)−mLL
n (x) est proche d’une certaine fonctionnelle linéaire

du processus empirique. Soit

εn := sup
x∈I

{{
m̂LL
n (x)−mLL

n (x)
}
− 1

fX(x)

{{
r̂n(x)−rn(x)

}
−m(x)

{
f̂X;n(x)− fX;n(x)

}}}
.

Nous cherchons à démontrer que,

εn
p.s.
= o

({ nhn
2 log(1/hn)

}−1/2)
.

Nous décomposons l’erreur stochastique,

m̂LL
n (x)−mLL

n (x) =

{
r̂n(x)f̂n,2(x)− rn(x)fn,2(x) + rn,1(x)fn,1(x)− r̂n,1(x)f̂n,1(x)

}
f̂X;n(x)f̂n,2(x)−

{
f̂n,1(x)

}2

+
rn(x)fn,2(x)− rn,1(x)fn,1(x)

{
fX;n(x)fn,2(x)− f̂n(x)f̂n,2(x) +

{
f̂n,1(x)

}2 −
{
fn,1(x)

}2}(
f̂X;n(x)f̂n,2(x)−

{
f̂n,1(x)

}2)(
fX;n(x)fn,2(x)−

{
fn,1(x)

}2) .

Pour simplifier notre écriture, on supprime la dépendance en x momentanément,

m̂LL
n −mLL

n =

{
r̂nf̂n,2 − rnfn,2 + rn,1fn,1 − r̂n,1f̂n,1

}
f̂nf̂n,2 −

{
f̂n,1
}2 +

rnfn,2 − rn,1fn,1
{
fnfn,2 − f̂nf̂n,2 +

{
f̂n,1
}2 −

{
fn,1
}2}(

f̂nf̂n,2 −
{
f̂n,1
}2)(

fnfn,2 −
{
fn,1
}2)

Avec un peu de calculs, on obtient aisément, que la quantité ci-dessus est équivalente à,

=

{
1

f̂nf̂n,2
×
{{
r̂n − rn

}
f̂n,2 + rn

{
f̂n,2 − fn,2

}
+
{
rn,1 − r̂n,1

}
fn,1 + r̂n,1

{
fn,1 − f̂n,1

}}

+
rnfn,2

f̂nf̂n,2fnfn,2
×
{{
fn − f̂n

}
f̂n,2 + fn

{
fn,2 − f̂n,2

}
+
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{
f̂n,1 − fn,1

}{
f̂n,1 + fn,1

}}}(
1 + o(1)

)
p.s.
=

r̂n − rn

f̂n
+
fn − f̂n

f̂nfn
× rn + o

({ nhn
2 log(1/hn)

}−1/2
)

p.s.
=

1

f
× {r̂n − rn} −

m

f
×
{
f̂n − fn

}
+ o

({ nhn
2 log(1/hn)

}−1/2
)
.

D’après le lemme 2.4.8, nous obtenons en conséquence une loi limite uniforme du loga-
rithme pour l’estimateur localement linéaire m̂LL

n .

Théorème 2.6.2 Supposons (F.1–3), (H.1–3) et (K.1–3). Nous avons, lorsque n→∞,∣∣∣{ nhn
2 log(1/hn)

}1/2

sup
x∈I

±
{
m̂LL
n (x)−mLL

n (x)
}
− σm(I)

∣∣∣ = oIP(1),

où
σ2
m(I) = sup

x∈I

{
σ2(x)

fX(x)

}∫
IR

K2(t)dt.

Sous les hypothèses (F.1–3), (H.3–5) et (K.1–3), nous obtenons,∣∣∣{ nhn
2 log(1/hn)

}1/2

sup
x∈I

±
{
m̂LL
n (x)−mLL

n (x)
}
− σm(I)

∣∣∣ p.s.= o(1).

Ce résultat s’appuie intuitivement sur l’équivalence asymptotique de la variance asymp-
totique des estimateurs [NW] et [LL]. En reprenant les arguments de cette section, nous
pouvons généraliser la proposition ci-dessus au cas des estimateurs [PL](l) des dérivées de
la régression d’ordre k < l, en s’appuyant sur (1.66) que l’on rappelle par convenance,

Var
[
m̂(k)
n (x; l)|XX

]
=

{
1

nh1+2k
× σ2(x)

fX(x)

{
(k!)2

∫
IR

{
K∗
k,l(u)

}2
du
}}{

1 + oIP(1)
}
,

Il s’ensuit le théorème suivant :

Théorème 2.6.3 Supposons (F.1–3), (H.1–3) et (K.1–3). Nous avons, lorsque n→∞,∣∣∣{ nh2k+1
n

2 log(1/hn)

}1/2

sup
x∈I

±
{
m̂(k)
n (x; l)−m(k)

n (x; l)
}
− σm,l(I)

∣∣∣ = oIP(1),

où
σ2
m,l(I) = sup

x∈I

{
σ2(x)

fX(x)

}{
(k!)2

∫
IR

{
K∗
k,l(u)

}2
du
}
.

Sous les hypothèses (F.1–3), (H.3–5) et (K.1–3), nous obtenons,∣∣∣{ nh2k+1
n

2 log(1/hn)

}1/2

sup
x∈I

±
{
m̂(k)
n (x; l)−m(k)

n (x; l)
}
− σm,l(I)

∣∣∣ p.s.= o(1). (2.58)

Ce théorème se généralise également au cadre multidimensionnel, en reprenant les argu-
ments présentés dans les sections précédentes de ce chapitre.
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2.7 Applications statistiques

2.7.1 Un critère simple de choix de fenêtre
pour la convergence uniforme presque sûre

L’objet de ce paragraphe est la présentation d’une nouvelle procédure de sélection de la
fenêtre, appropriée à la convergence uniforme presque sûre. En s’appuyant sur les travaux
de Stute ([133] et [134]), il est possible de formuler une fonction de risque globale adaptée
à la convergence uniforme presque sûre, similaire au risque quadratique ou MISE pour la
convergence L2.

Le couple de variable aléatoire (X, Y ) est supposé à valeurs dans IR × IR et nous nous
concentrons sur la fenêtre optimale liée à l’estimation de la simple fonction de régression.
Notons que notre approche du choix optimal de la fenêtre reste valide lorsque les variables
aléatoires sont multivariées et également pour l’estimation des dérivées de la régression.
Nous définissons la fonction de risque suivante, pour un estimateur m̂n(x) de la régression,
uniformément en x ∈ I, où I ⊂ IR dénote un intervalle compact.

[RPS]
{
m̂n(x)

}
= sup

x∈I

{
m̂n(x)− IE

[
m̂n(x)

]}2

+ sup
x∈I

{
IE
[
m̂n(x)

]
−m(x)

}2

. (2.59)

Exposons notre idée plus précisément et expliquons rapidement pourquoi cette défini-
tion du risque est censée. Nous considérons l’estimateur localement linéaire m̂LL

n (x) qui
constitue un estimateur performant de la régression. D’après le théorème 2.6.2, sous les
hypothèses (F.1–3), (H.3–5) et (K.1–3), nous avons,

lim
n→∞

{ nhn
2 log(h−1

n )

}1/2

sup
x∈I

∣∣m̂LL
n (x)−mLL

n (x)
∣∣ p.s.=

{
sup
x∈I

{ σ2(x)

fX(x)

}∫
IR

K2(t)dt

}1/2

. (2.60)

A présent, nous supposons le noyau K d’ordre 2 et (F.5) vérifiée pour k = 2 (cf. le début
de la section 2.2, ainsi que les paragraphes 1.3.2 et 1.7.2 consacrés au biais). Alors, le biais
de l’estimateur localement linéaire est contrôlé par,

lim
n→∞

2h−2
n sup

x∈I

∣∣mLL
n (x)−m(x)

∣∣ = sup
x∈I

∣∣m′′(x)
∣∣ ∫

IR

t2K(t)dt. (2.61)

Par la suite, lorsque la fenêtre hn satisfait

nh5
n

log(h−1
n )

→ 0, c’est à dire h2
n = o

({ log(h−1
n )

nhn

}1/2
)
,

le terme déterministe de biais est asymptotiquement négligeable. Il s’ensuit,

lim
n→∞

{ nhn
2 log(h−1

n )

}1/2

sup
x∈I

∣∣m̂LL
n (x)−m(x)

∣∣ p.s.=

{
sup
x∈I

{ σ2(x)

fX(x)

}∫
IR

K2(t)dt

}1/2

.

De l’autre côté, si hn vérifie

nh5
n

log(h−1
n )

→∞, c’est à dire
{ log(h−1

n )

nhn

}1/2

= o
(
h2
n

)
,
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nous obtenons,

lim
n→∞

2
{
hn
}−2

sup
x∈I

∣∣m̂LL
n (x)−m(x)

∣∣ p.s.= sup
x∈I

∣∣m′′(x)
∣∣[µ2(K)].

Ci-dessus, le terme stochastique est négligeable et la loi limite ne dépend plus de la
variance asymptotique mais du biais asymptotique. Nous savons que la fenêtre optimale
est obtenue en équilibrant le biais et la variance. En conséquence, il paraît raisonnable
de déterminer la fenêtre optimale, en minimisant asymptotiquement le risque presque sûr
défini en (2.59), c’est à dire

[RPS]
{
m̂LL
n (x)

}
= sup

x∈I

{
m̂LL
n (x)−mLL

n (x)
}2

+ sup
x∈I

{
mLL
n (x)−m(x)

}2
.

D’après (2.60) et (2.61), nous cherchons à minimiser suivant hn la quantité suivante,{{2 log(h−1
n )

nhn

}
sup
x∈I

{
σ2(x)

fX(x)

}
µ0(K

2) +
h4
n

4
sup
x∈I

{
m′′(x)

}2{
µ2(K)

}2

}
,

qui est presque sûrement égale au risque [RPS]
{
m̂LL
n (x)

}
asymptotiquement. Si on note

hRPS
n,opt(K) la fenêtre optimale, il s’ensuit, après calculs,

hRPS
n,opt(K) = hRPS(K) =

{
log n

n

}1/5


sup
x∈I

{
σ2(x)

fX(x)

}
µ0(K

2)

sup
x∈I

{
m′′(x)

}2[
µ2(K)

]2


1/5

(2.62)

L’étape suivante consiste à remplacer les termes inconnus par des estimateurs uniformé-
ment consistants. On obtient alors une fenêtre aléatoire de type plug-in, asymptotique-
ment optimale. Il serait intéressant de continuer ce travail, en démontrant par exemple la
vitesse de convergence de cette fenêtre plug-in vers la fenêtre optimale théorique (2.62).
Enfin, notons qu’il est possible de formuler un risque presque sûr local, en utilisant des
résultats de convergence ponctuelle de type lois du logarithme itéré (cf. théorème 2.5.9,
par exemple). La fenêtre optimale est alors de l’ordre {log2 n/n}1/5, lorsque le noyau
K ∈ K[2].

2.7.2 Fenêtre adaptative et intervalles de confiance

Cette sous-section propose une méthodologie, inspirée fortement par les travaux de Deheu-
vels et Mason (2004) [29], qui permet la construction d’intervalles de confiance uniformes
et asymptotiquement optimaux pour différents paramètres fonctionnels de la distribution.
Dans la littérature statistique classique, on utilise souvent la normalité asymptotique et
les lois qui en découlent afin de construire des intervalles de confiance. Nous remarquons
que nos lois limites uniformes du logarithme ainsi que les lois ponctuelles du logarithme
itéré sont des extensions des lois asymptotiques normales à des modes de convergence plus
forts (probabilité et presque sûre). Evidemment, du point de vue statistique, la conver-
gence en probabilité est une notion suffisante. La convergence presque sûre, bien que plus
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raffinée, nous oblige à supposer des conditions additionnelles sur la fenêtre. De plus, le
mode de convergence presque sûre n’est pas naturel, par rapport à la définition classique
des intervalles de confiance. En conséquence, les lois limites uniformes du logarithme que
nous avons présentées dans ce chapitre seront utilisées pour le mode de convergence en
probabilité, afin de déterminer des intervalles de confiance. Notons également que ce mode
de convergence est particulièrement appropriée pour déterminer des bornes de confiance
et nécessite des hypothèses peu restrictives sur la fenêtre.

Nous introduisons un estimateur consistant de la variance conditionnelle σ2
ψ(x), défini par,

σ̂2
ψ;n(x) =

n∑
i=1

{
ψ(Yi)− m̂ψ;n(x)

}2

K
(x−Xi

hn

)
n∑
i=1

K
(x−Xi

hn

) II
{ n∑

i=1

K
(x−Xi

hn

)
6= 0
}
.

Sous les hypothèses du théorème 2.3.2, cet estimateur est bien consistant uniformément
sur l’intervalle I. Nous avons, pour tout ε > 0, lorsque n→∞,

IP

{
sup
x∈I

∣∣∣ σ̂2
ψ;n(x)

σ2
ψ(x)

− 1
∣∣∣ ≥ ε

}
→ 0.

De la même façon, nous obtenons, pour tout ε > 0, lorsque n→∞,

IP

{
sup
x∈I

∣∣∣ f̂X;n(x)

fX(x)
− 1
∣∣∣ ≥ ε

}
→ 0.

Il s’ensuit le corollaire suivant, via Slutsky.

Corollaire 2.7.1 Nous supposons les hypothèses (F.1–3), (H.1–3) et (K.1–3) vérifiées.
Alors, nous obtenons, lorsque n→∞,{

nh2k+1
n

2 log(1/hn)

}1/2

sup
x∈I

{{
f̂X;n(x)

σ̂2
ψ;n(x)

}1/2

±
{
m̂

(k)
ψ;n(x)− ĨE

[
m̂

(k)
n;ψ(x)

]}} IP→
∫

IR

[
K(k)(u)

]2
du.

La construction d’intervalles de confiance à partir de nos lois uniformes du logarithme
implique implicitement la négligence du biais, car ces lois ne concernent que la déviation
maximale par rapport à l’espérance. Afin de traiter le terme de biais, nous introduisons
l’hypothèse suivante :

(F.6) (i) fX admet des dérivées continues jusqu’à l’ordre l sur l’intervalle J ;
(ii) fX,Y est l-fois continûment différentiable sur J × IR.

Lorsque la distribution du couple (X, Y ) satisfait (F.6) et que le noyau K est d’ordre
l > k ou de manière équivalente si le noyau K(k) est d’ordre (k, l), il s’ensuit

sup
x∈I

{
ĨE
[
m̂

(k)
n;ψ(x, c)−m

(k)
ψ (x)

}
= O(hl−kn ),
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Ainsi le biais est négligeable lorsque hn est de l’ordre n−δ avec (2l + 1)−1 ≤ δ ≤ 1. En
conséquence, si nous supposons la fenêtre telle que hn = n−1/(2l+1), sous les hypothèses
(F.1–3), (F.6) et (K.1–3) (et K comme ci-dessus), nous obtenons, lorsque n→∞,{ nh2k+1

n

2 log(1/hn)

}1/2

sup
x∈I

±
{ f̂X;n(x)

σ̂2
ψ;n(x)

}1/2{
m̂

(k)
ψ;n(x)−m

(k)
ψ (x)

}
IP→
∫

IR

[
K(k)(u)

]2
du.

Cette version de la loi limite du logarithme nous permet de construire directement des
intervalles de confiance pour la dérivée d’ordre k de la fonction de régression, uniformément
en x ∈ I. Par convenance, nous posons,

Ln(x) :=

{
2 log(1/hn)

nh2k+1
n

×
σ̂2
ψ;n(x)

f̂X;n(x)

}1/2[ ∫
IR

[
K(k)(u)

]2
du
]1/2

.

Pour tout 0 < ε < 1, lorsque n→∞, il s’ensuit

IP
{
m

(k)
ψ (x) ∈

[
m̂

(k)
ψ;n(x)− (1 + ε)Ln(x), m̂

(k)
ψ;n(x) + (1 + ε)Ln(x)

]
,∀x ∈ I

}
→ 1,

et

IP
{
m

(k)
ψ (x) ∈

[
m̂

(k)
ψ;n(x)− (1− ε)Ln(x), m̂

(k)
ψ;n(x) + (1− ε)Ln(x)

]
,∀x ∈ I

}
→ 0.

En conséquence, nous dirons que les intervalles[
m̂

(k)
ψ;n(x)− Ln(x), m̂

(k)
ψ;n(x) + Ln(x)

]
(2.63)

constituent des bornes de confiance asymptotiquement optimales (ou à un niveau de
confiance asymptotique de 100 %) pour m(k)

ψ (x), uniformément en x ∈ I.
Il est possible également de déterminer des intervalles de confiance de la forme (2.63)
lorsque la fenêtre est dépendante des données et donc aléatoire. Plus précisément, nous
choisissons la fenêtre associée à nos estimateurs de la forme

Hn(x) = Hn(X1, . . . , Xn;x) pour n ≥ 1.

Afin de contrôler le comportement limite des estimateurs à fenêtre aléatoire Hn(x), nous
admettrons qu’elle est assez proche de la fenêtre classique hn dans un certain sens (cf.
hypothèses (B.1–2) ci-dessous).

Pour chaque n ≥ 1, nous supposons que la fenêtre adaptative Hn(X1, . . . , Xn;x) est une
fonction mesurable des X1, . . . , Xn et de x ∈ I. Comme ceci ne garantit pas la mesurabilité
de

inf
x∈I

Hn(X1, . . . , Xn;x) et sup
x∈I

Hn(X1, . . . , Xn;x),

par rapport aux X1, . . . , Xn, nous utiliserons la convention suivante. On désigne par
(Ω,A, IP) l’espace de probabilité sur lequel nos variables aléatoires sont définies. Lorsque
{An : n ≥ 1} sont des sous-ensembles (éventuellement non-mesurables) de Ω, nous écri-
vons IP(An) → 1 (ou bien IP(Ān) → 0, avec Ā := Ω−A le complémentaire de A), lorsqu’il
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existe une suite {An : n ≥ 1} ⊆ A, telle que Ān ⊆ Bn pour chaque n ≥ 1, et IP(Bn) → 0.
Cette convention est proche de la notion de IP-mesurabilité définie en annexe et rejoint
celle de complétion d’un espace.
Avec ces conventions, nous supposons que Hn(x) =: hnCn(x), x ∈ I, vérifie certaines
hypothèses parmi (B.1) − (B.2) ci-dessous. Soient 0 < c1≤ c2 < ∞ deux constantes et
soit {C(x) : x ∈ I} une fonction positive fixée, continue et différente de 0 sur l’intervalle
I.

(B.1) IP
(
c1hn≤ inf

x∈I
Hn(x)≤ sup

x∈I
Hn(x)≤ c2hn

)
→ 1, quand n→∞ ;

(B.2) IP
(

sup
x∈I

∣∣∣Hn(x)

hn
− C(x)

∣∣∣ ≥ ε
)
→ 0, lorsque n→∞, pour ε > 0.

Lorsque (B.1) ou (B.2) est vérifiée, nous pouvons alors définir des intervalles de confiance
asymptotiquement optimaux en remplaçant dans (2.63) hn par Hn(x). Pour cela, il faut
étendre le théorème 2.3.2 au cadre suivant. Soit c > 0 un nombre réel fixé. Nous désignons
par m̂(k)

n,ψ(x, c) l’estimateur [NW] de la dérivée k-ième de la régression construit avec une
fenêtre de taille chn, c’est à dire

m̂
(k)
ψ;n(x, c) =

k∑
j=1

{
r̂
(j)
ψ;n(x, c)

f̂
(k−j)
X;n (x, c)

}
,

lorsque

f̂X;n(x, c) =
1

nchn

n∑
i=1

K
(x−Xi

chn

)
et r̂ψ;n(x, c) =

1

nchn

n∑
i=1

ψ(Yi)K
(x−Xi

chn

)
.

En s’appuyant sur l’article de Deheuvels et Mason [29], l’idée est de faire varier la constante
c > 0 dans un certain intervalle qui délimitera alors la zone de variation de la fenêtre hn.
Nous présentons donc une extension du théorème 2.3.2, dans le cadre où la fenêtre hn
n’est plus strictement fixée.

Théorème 2.7.1 Nous supposons les hypothèses (F.1–3), (H.1–3), (K.1–3) vérifiées et
nous fixons 0 < c1 ≤ 1 ≤ c2 <∞. Alors, nous avons, lorsque n→∞,

sup
c1≤c≤c2

∣∣∣{ n(chn)
2k+1

2 log(1/hn)

}1/2

sup
x∈I

±
{
m̂

(k)
ψ;n(x, c)− ĨE

[
m̂

(k)
n;ψ(x, c)

]}
− σm(I)

∣∣∣ = oIP(1),

où

σ2
m(I) = sup

x∈I

{
σ2
ψ(x)

fX(x)

}∫
IR

[
K(k)(u)

]2
du.

La démonstration de ce théorème reprend les arguments principaux de la démonstration
du théorème 2.3.2 mais en ajoutant une dimension supplémentaire à la discrétisation.
Nous nous référons également à la démonstration du théorème 3.1 de [29]. 2
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Chapitre 3

Maximum de vraisemblance local et
régression non-paramétrique

Ce travail se situe dans le cadre de l’estimation d’un paramètre fonctionnel lié à une fonc-
tion de régression. Nous considérons des estimateurs à noyaux d’une fonction de régression
particulière, fondés sur un maximum de vraisemblance pondérée. En s’appuyant sur les ré-
sultats du précédent chapitre (en particulier la section 2.2), nous obtenons des lois exactes
concernant la convergence uniforme presque sûre de ces estimateurs. Ces lois limites per-
mettent la construction de bornes de confiance uniformes et asymptotiquement optimales
pour certains paramètres de la distribution dans un cadre semi-paramétrique. Ce dernier
chapitre montre une fois de plus la puissance du formalisme de la théorie des processus
empiriques. A cet effet, on cite en avant-propos le fameux livre de Sara van de Geer
(2000) [144] qui présente de nombreuses applications en statistique non-paramétrique,
en arguant de la théorie récente sur les processus empiriques indexés par des classes de
fonctions. Ses investigations concernent les propriétés asymptotiques des M -estimateurs,
et plus particulièrement les estimateurs du maximum de vraisemblance et des moindres
carrés. Les ouvrages de référence des auteurs Van der Vaart et Wellner (1996) (§.3, [145])
ainsi que Van der Vaart (1998) [146] illustrent également l’utilité de la théorie moderne
des processus empiriques, ou théorie des processus empiriques indexés par des classes de
fonctions, pour démontrer des résultats de nature statistique. Ces livres présentent des ap-
plications variées dans de nombreux domaines de la statistique, notamment en estimation
semi-paramétrique et M -estimation.

3.1 Introduction

L’estimation du maximum de vraisemblance local est un sujet relativement peu abordé
dans la littérature statistique. Le cadre de notre travail sur l’estimation du maximum de
vraisemblance local étant très proche de celui de laM -estimation, il nous paraît intéressant
de rappeler certaines notions clés de la M -estimation, afin de recentrer notre propos. Ces
notions rejoignent également l’estimation non-paramétrique de la régression et ouvrent de
larges perspectives d’études.

La méthode la plus importante de construction d’estimateurs statistiques consiste à choisir
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un estimateur minimisant ou maximisant un certain critère fonctionnel. De tels estima-
teurs sont appelés M-estimateurs dans la littérature statistique. Premièrement, notons
que la dénomination de M -estimation vient du simple fait que l’on cherche à minimiser
ou maximiser une certaine fonctionnelle, c’est à dire M correspond à un minimum ou un
maximum. Dans de nombreuses situations, ces estimateurs, qui maximisent ou minimisent
une certaine application, sont aussi solutions d’un système d’équations. Par exemple, dans
ce chapitre, nous considérons les propriétés asymptotiques d’une certaine statistique, l’es-
timateur du maximum de vraisemblance local, solution d’une équation (cf. (3.8) ci-après).
Dans le cadre d’observations i.i.d., les M -estimateurs sont donc simplement les zéros d’ap-
plication du type :

θ → IPnψθ. (3.1)

Ce type d’estimateurs sont aussi appelés Z-estimateurs (cf. section 3.3 dans [146]). Ils
sont définis par une équation de la forme :

ψn(θ̂n) = 0,

où ψn désigne une application aléatoire définie sur l’espace produit de l’espace des para-
mètres Θ et un certain espace de probabilité. La forme des M ou Z-estimateurs, présentée
ci-dessus en (3.1), nous incite à orienter la recherche des propriétés générales de ces esti-
mateurs via la théorie des processus empiriques indexés par des classes de fonctions.

-Présentation générale de la M-estimation

Pour toute fonction ψ(x, t), nous pouvons associer une fonctionnelle Tψ, définie sur sur
les fonctions de répartition F , telle que Tψ(F ) soit la solution t0 de l’équation suivante :∫

ψ(x, t0)dF (x) = 0. (3.2)

Nous appelons Tψ(·) la M-fonctionnelle correspondant à ψ. En suivant (3.1), à partir
d’un n échantillon de variables aléatoires {Xi : 1 ≤ i ≤ n}, le M-estimateur corres-
pondant à ψ est donc la statistique Tψ(IPn) = Tn solution de l’équation :

n∑
i=1

ψ(Xi, Tn) = 0. (3.3)

Notons que les équations (3.2) et (3.3) peuvent admettre plusieurs solutions.

Dans le cadre standard, l’équation (3.2) correspond à la réalisation d’une condition de
premier ordre liée à la minimisation ou maximisation d’une certaine fonctionnelle∫

ρ(x, t0)dF (x).

La fonction ψ peut donc être regardée comme la dérivée d’une certaine fonction ρ(x, ·)
dérivable, telle que

ψ(x, t) = c
∂

∂t

{
ρ(x, t)

}
,

où c désigne une constante arbitraire.
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Exemple 3.1.1 Estimation du maximum de vraisemblance
Soit F =

{
F (·; θ) : θ ∈ Θ

}
une famille paramétrique de distributions. Soit ψ = ψ(x, t)

une fonction telle que ∫
ψ(x, θ)dF (x; θ) = 0.

C’est exemple est bien une M -fonctionnelle au sens de (3.2) pour F = F (·; θ) et la
solution de (3.2) coïncide alors avec θ. En d’autres termes, la M - fonctionnelle Tψ satisfait
Tψ(F (·; θ) = θ. L’estimateur naturel de θ est donné par θ̂n = Tψ(IPn) d’après (3.3).
Suivant le choix de ψ, nous obtenons différents estimateurs. Lorsque les distributions
F (·; θ) admettent des densités f(·; θ), l’estimateur du maximum de vraisemblance
correspond aux choix :

ρ(x, θ) = − log f(x; θ),

ψ(x, θ) = − ∂

∂θ
log f(x; θ).

-M-estimation et localisation de paramètre

Un autre cas particulièrement intéressant de la M -estimation, qui englobe le problème de
l’estimation non-paramétrique de la régression, est le suivant. Supposons que la fonction
ψ est de la forme ψ(x, t) = ψ(x− t), alors la M -fonctionnelle associée Tψ(F ) est appelée
paramètre de localisation (ou “ location parameter ”). La M -fonctionnelle Tψ(F ) est
alors la solution θ de l’équation :∫

ψ(x− θ)dF (x) = 0.

A présent, si la fonction de répartition F est symétrique par rapport à θ (ici, θ désigne un
paramètre informel), tout choix de fonction ψ(·) antisymétrique nous donne clairement
Tψ(F ) = θ. Ainsi, lorsque nous disposons d’une classe de fonctions ψ(·) antisymétriques,
en remplaçant la mesure F par la mesure empirique IPn, nous obtenons une classe d’es-
timateurs de θ. Pour un choix de ψ convenable, cet estimateur possède des propriétés de
robustesse, ou résistance aux données aberrantes (“outliers”). En effet, une propriété fon-
damentale de la M -estimation est sa capacité à transférer au M -estimateur les propriétés
intrinsèques de la fonction ψ qui lui est associée. Comme nous allons le voir ci-dessous, le
choix de la fonction ψ nous conduit également à des estimateurs variés et robustes dans
le cadre de l’estimation d’une fonction de régression. Un exemple célèbre d’estimation
robuste est donné par les estimateurs de Huber (cf. [77] et [78]), solutions de

n∑
i=1

ψ(Xi − θ) = 0,

lorsque ψ(·) est de la forme suivante

ψ(x) = [x]k−k :=


−k si x ≤ −k,
x si |x| ≤ k,

k si x ≥ k.
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Ces estimateurs sont robustes et, suivant la valeur de k, se comportent comme la moyenne
classique (k grand) ou comme la médiane (k petit). Ainsi, les estimateurs de Huber vont
de la moyenne non-robuste à la médiane très robuste. Ce point de vue a été repris par
Arcones dans un article récent [5] concernant la convergence du M -estimateur optimal
parmi une famille paramétrique de M -estimateurs. Nous nous référons aux pages 246-248
de Serfling (1980) pour une présentation d’autres exemples liés au modèle de localisation
de paramètre ou “ location parameter estimation” et à l’exemple 5.4, p. 42-44, de van der
Vaart (1998) [146].

-Régression et M-estimation

Soient (X, Y ), (X1, Y1), (X2, Y2),..., des couples de variables aléatoires à valeurs réelles,
indépendants et identiquement distribués. Soit F = F(X,Y ) la fonction de répartition
jointe associée au couple générique (X, Y ). Le problème de la régression non-paramétrique
consiste à estimer la courbe de régression de Y sachant X. Il nous faut donc déterminer
m(x) = mψ,F (x) à partir des données

{
(Xi, Yi) : 1 ≤ i ≤ n

}
. Ici, le paramètre fonctionnel

ψ est lié à la forme de la courbe de régression, voir (3.4) ci-dessous. Suivant le choix de
ψ, nous obtenons comme fonction de régression, par exemple, la moyenne conditionnelle
ou la médiane conditionnelle. Plus précisément, la fonction mψ,F vérifie

IE
[
ψ(Y −m(x))

∣∣X = x
]

= 0. (3.4)

Si ψ(u) = u dans (3.4), il s’ensuit comme définition de la courbe de régression m(x) =
IE
[
Y |X = x

]
, c’est à dire la moyenne conditionnelle IE

[
Y |X = x

]
minimise la perte L2 par

rapport à la distribution conditionnelle de Y |X = x. Pour le choix de ψ(u) = 1/2− II{u ≤
0} ou ψ(u) = signu, nous obtenons

m(x) = med
[
Y |X = x

]
, la médiane conditionnelle.

La médiane conditionnelle minimise la perte L1 par rapport à la distribution condition-
nelle de Y |X = x. Notons que l’estimateur de la médiane conditionnelle (cf. [141]) est
plus robuste que l’estimateur [NW]. Par exemple, en présence de données aberrantes ou
extrêmes, il est plus approprié d’utiliser comme estimateur de la régression la moyenne
conditionnelle. Suivant le poids de la queue de distribution ou le type de distribution,
l’estimateur de la moyenne ou de la médiane conditionnelle ont des performances bien
distinctes. Dans le cadre où la distribution est dans le domaine d’attraction gaussien, il
est préférable d’utiliser la moyenne mais lorsque la distribution est de type exponentielle,
la médiane s’avère plus efficace. En reprenant le point de vue d’Arcones [5], il serait in-
téressant de proposer un estimateur de la régression adaptatif dans ce sens, suivant un
critère d’erreur spécifique tel l’erreur moyenne quadratique intégrée.

En conséquence, nous pouvons estimer, de manière générale, la fonction de régression
m(x) par l’estimateur mn(x), solution (par rapport à θ) de

n∑
i=1

Wni(x)ψ(Yi − θ) = 0,
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3.2. Hypothèses de travail

avec Wni(·) fonction de poids arbitraire. Nous remarque immédiatement que lorsque

ψ(u) = u et Wni(x) = K
(x−Xi

h

)
,

nous retombons sur l’estimateur [NW] classique.

On se réfère aux travaux de Härdle (1984) [65], Härdle et Luckaus (1984) [72], Härdle,
Janssen et Serfling (1988) [68], Härdle et Tsybakov (1988) [74], ainsi que Truong (1989)
[141] pour une exposition des différentes propriétés de ces estimateurs robustes de la
régression et un approfondissement des notions présentées ci-dessus.

3.2 Hypothèses de travail
Soient (X, Y ), (X1, Y1), (X2, Y2),..., des couples de variables aléatoires à valeurs réelles,
indépendants et identiquement distribués. Le couple (X, Y ) est supposé admettre une
densité jointe sur IR2 notée fX,Y et nous désignons toujours par fX la densité marginale
de X. Soit Θ désignant une collection de fonctions θ : IR → IR. Pour (x, y) ∈ IR2, la loi
conditionnelle de Y sachant X = x est définie par sa densité, notée fY |X(y, x), et supposée
de la forme :

fY |X(y, x) := g(y; θ(x)), (3.5)

où g(·; ·) est une fonction supposée de forme connue. Cette hypothèse est fondamentale
pour l’exposition de nos travaux et souligne le caractère semi-paramétrique de notre étude.

Exemple 3.2.1 Lorsque la loi conditionnelle de Y sachant X = x est une Exponentielle
de paramètre fonctionnel θ(x) inconnu, alors g est de la forme :

g(y; θ(x)) =
1

θ(x)
e−y/θ(x), y > 0 et θ(x) > 0.

Nous avons alors IE
[
Y |X = x

]
= θ(x), donc l’estimation du paramètre fonctionnel θ(x)

est ici équivalent à l’estimation de la courbe de régression classique. De même, lorsque

g(y; θ(x)) =
1√
2π

exp
{
− 1

2
(y − θ(x))2

}
.

Le paramètre θ ∈ Θ désigne donc une fonction à valeurs réelles, supposée deux fois
continûment différentiable (voir (F.5) ci-après). Dans ce chapitre, nous travaillons avec
x ∈ J intervalle compact de IR et nous posons T :=

{
θ(x) : θ ∈ Θ, x ∈ J

}
, qui constitue

un intervalle compact de IR.

Les résultats seront établis uniformément sur un intervalle compact I ⊂ J , comme dans
le précédent chapitre.

Rappelons que la fonction θ(x) vérifie par définition, en tant que paramètre de la distri-
bution conditionnelle,

θ(x) = arg max
t∈T

{
IEx

[
log g(Y ; t)

]}
, ou bien IEx

[
ψ(Y ; θ(x))

]
= 0, (3.6)

avec IEx[·] = IE[· |X = x] et ψ(y; t) =
∂

∂t
log g(y; t).
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Chapitre 3. Maximum de vraisemblance local et régression non-paramétrique

Remarque 3.2.1 L’équation (3.6) est équivalente à∫
IR

ψ(y; θ(x))fY |X(y|x)dy = 0.

D’après la formulation en (3.2), nous sommes exactement dans le contexte de la Z-
estimation ou M -estimation.

Nous utiliserons souvent la variance conditionnelle de la variable ψ
(
Y ; θ(x)

)
, notée

Iθ(x) := IEx

[
−
{∂ψ
∂t

(
Y ; t
)}]

t=θ(x)
= IEx

[{
ψ
(
Y ; t
)}2]

t=θ(x)
, (3.7)

qui désigne également l’Information de Fisher locale.

Nous imposons certaines conditions sur la distribution du couple (X, Y ), parmi les hypo-
thèses (F.1–6), présentées ci-dessous.

(F.1) fX(·) et Iθ(·) sont continues et strictement positives sur J ;

(F.2) Y II{X ∈ J} est bornée.

(F.3) Les dérivées partielles d’ordre 1, 2, 3 (par rapport à t) de log g(y, t) existent et sont
continues sur IR× T .

(F.4) Il existe des fonctions Hi(y) intégrables telles que∣∣∣∂i log g(y; t)

∂ti

∣∣∣≤Hi(y), pour i = 1, 2.

(F.5) Les dérivées f ′(x), I ′(x), θ′(x) et θ′′(x) sont continues et bornées.

(F.6) Il existe des constantes positives C1 et C2 telles que

inf
x∈I

IEx

[
− ψ′

(
Y ; θ(x) + ε

)]
> C2 > 0, lorsque |ε| ≤ C1.

L’hypothèse (F.1) est fondamentale car si la densité marginale fX ou l’information de
Fisher locale Iθ(x) sont nulles, le paramètre fonctionnel θ(x) ne peut pas être estimé. Par
contre, nous remarquons que la continuité et la bornitude de Iθ(x) sont impliquées par
(F.2–3–4). L’hypothèse (F.2) est classique en régression non-paramétrique. Notons qu’il
est possible également de supposer un moment d’ordre s > 2, en utilisant un argument de
troncation combiné à une hypothèse supplémentaire sur la fenêtre. Les hypothèses (F.3–
4) sont des extensions naturelles de conditions nécessaires à la théorie du maximum de
vraisemblance pour obtenir les propriétés usuelles de consistance et normalité asympto-
tique (cf. § 4.2.2, p. 144-149, [123]) dans les modèles paramétriques. Plus précisément, la
condition (F.3) nous assure que la fonction de score ψ(y; t) admet un développement de
Taylor, comme fonction de t. L’hypothèse (F.4) permet la différentiation par rapport à t
sous le signe intégrale et justifie les formules (3.6) et (3.7).

IEx

[
ψ(y; θ(x))

]
=

∫
IR

1

g(y; t)

∂g(y; t)

∂t
g(y; t)dy
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=

∫
IR

∂g(y; t)

∂t
dy =

∂

∂t

∫
IR

g(y; t)dy =
∂

∂t
(1) = 0.

Nous obtenons également

IEx

[{∂ψ
∂t

(
Y ; t
)}]

=

∫
IR

{ 1

g(y; t)

∂2g(y; t)

∂t2
−
( 1

g(y; t)

∂g(y; t)

∂t

)2}
g(y; t)dy

=

∫
IR

∂2g(y; t)

∂t2
dy −

∫
IR

( 1

g(y; t)

∂g(y; t)

∂t

)2

g(y; t)dy

= 0− IEx

[
ψ(y; t)2

]
= −IEx

[
ψ(y; t)2

]
.

L’hypothèse (F.5) est utile pour contrôler le biais et la condition (F.6) est raisonnable
d’après les définitions en (3.6).

L’estimation de θ(x) est fondée sur la maximisation d’une vraisemblance locale (cf. (3.8)
ci-dessous). Cette technique d’estimation dénommée “ local likelihood estimation” a pour
origine une idée développée par Tibshirani et Hastie (1987) [140]. La normalité asympto-
tique a été discutée par Staniswalis (1989) [128] dans le cadre du plan fixe, c’est à dire
lorsque les Xi = xi sont déterministes. En s’appuyant sur la méthodologie de Härdle,
Jansen et Serfling (1988) [68], Zhao (1994) [151] a démontré la convergence uniforme avec
vitesse optimale de l’estimateur θ̂n,h(x), défini ci-dessous.

Théorème 3.2.1 Zhao (1994) Sous les hypothèses du théorème 2.2, p. 82, [151].

sup
x∈I

∣∣∣θ̂n,h(x)− θ(x)
∣∣∣ p.s.= O

({ log n

nh

}1/2

+ h2

)
.

D’après (3.6), l’estimateur du maximum de vraisemblance local θ̂n,h(x) est solution
(par rapport à t) de l’équation suivante

r̂n,h(x, t) =
1

nh

n∑
i=1

ψ(Yi; t)K
(x−Xi

h

)
= 0, (condition du premier ordre) (3.8)

où K(·) est un noyau et h désigne la fenêtre ou paramètre de lissage (par la suite, nous
supprimerons la dépendance en h). Le noyau K(·) est supposé satisfaire :

(K.1) K est continue et à variation bornée sur IR ;

(K.2) K est à support compact ;

(K.3) K noyau d’ordre 2.

Pour être plus précis, la fonction K est seulement continue par morceaux mais continue
sur son support compact. D’une manière générale, une grande majorité des noyaux sont
des fonctions polynomiales par morceaux. Notons enfin que l’hypothèse (K.3) est assez
arbitraire, elle nous servira notamment à expliciter le biais asymptotique. Il est possible
de choisir un noyau avec des conditions de régularité différentes mais pour le praticien un
noyau d’ordre 2 est souvent suffisant.
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Chapitre 3. Maximum de vraisemblance local et régression non-paramétrique

Afin d’éviter les valeurs négatives du logarithme, nous considérons la notation suivante
log u = log(u ∨ e). Nous travaillerons avec une fenêtre hn > 0, indexée par n = 1, 2 . . . ,
vérifiant certaines conditions parmi les hypothèses (H.1–5) ci-dessous.

(H.1) hn → 0, lorsque n→∞ ;

(H.2) nhn/ log n→∞, lorsque n→∞ ;

(H.3) log(1/hn)/nh
5
n →∞, lorsque n→∞ ;

(H.4) hn ↘ 0 et nhn ↗∞, lorsque n→∞ ;

(H.5) log(1/hn)/ log log n→∞, lorsque n→∞.

Remarque 3.2.2 Sous certaines conditions de régularités, l’hypothèse (H.3) permet de
négliger asymptotiquement le terme de biais qui est de l’ordre O(h2

n), via la condition de
moment (K.3). Cette condition est nécessaire pour l’obtention d’une loi limite concernant
la déviation maximale supx∈I

{
θ̂n,hn(x) − θ(x)

}
. Si nous choisissons le noyau K d’ordre

q > 2, l’hypothèse (H.3) devient

log(1/hn)/nh
2q+1
n →∞, lorsque n→∞.

Dans la prochaine section, nous montrerons une nouvelle loi limite uniforme pour la
convergence en probabilité et presque sûre de la déviation {θ̂n(x)− θ(x)}. Cette loi limite
uniforme du logarithme, présenté dans le théorème 3.3.1 ci-dessous, permet la construc-
tion d’intervalles de confiance asymptotiquement optimaux pour le paramètre fonctionnel
θ(x) et raffine les précédents résultats de Zhao (1994) [151]. On note toutefois que la
construction de ces intervalles de confiance nous amène à négliger le biais ou terme déter-
ministe (cf. remarque 3.2.2), afin d’obtenir une loi uniforme exacte. La section 3.4 présente
une extension du théorème 3.3.1 au cadre multidimensionnel, avec quelques applications
statistiques intéressantes. La section 3.5 est consacrée à la démonstration de nos résultats.

3.3 Résultats
L’estimateur du maximum de vraisemblance local est solution de l’équation (3.8). Nos
hypothèses garantissent l’existence d’une racine à cette équation. Afin de se prémunir
d’éventuelles solutions multiples, nous supposerons que la suite de solutions θ̂n(x) satisfait

sup
x∈I

∣∣∣θ̂n(x)− θ(x)
∣∣∣ < α presque sûrement,

où α désigne une constante suffisamment petite. Ainsi, toutes les racines de l’équation
(3.8) sont proches les unes des autres, voire égales. Pour plus de détails concernant cet
argument, nous renvoyons à Zhao, p. 83, [151].

Théorème 3.3.1 Supposons que les hypothèses (F.1–6), (H.1–3) et (K.1–3) soient véri-
fiées. Alors, nous avons, lorsque n→∞,∣∣∣{ nhn

2 log(1/hn)

}1/2

sup
x∈I

±
{
θ̂n(x)− θ(x)

}
− σθ(I)

∣∣∣ = oIP(1), (3.9)
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où
σθ(I) = sup

x∈I

{ 1

fX(x)Iθ(x)

∫
IR

[K2(u)]du
}1/2

=: sup
x∈I

{
Vθ(x)

}1/2
.

Si la fenêtre satisfait (H.2–5) nous obtenons, lorsque n→∞,∣∣∣{ nhn
2 log(1/hn)

}1/2

sup
x∈I

±
{
θ̂n(x)− θ(x)

}
− σθ(I)

∣∣∣ = o(1) presque sûrement. (3.10)

Construction d’intervalles de confiance

Par convenance, nous introduisons l’estimateur à noyau Vθ(x), lorsque K ≥ 0,

V̂n(x) =

{
1

nhn

n∑
i=1

ψ2(Yi; t)K
(x−Xi

hn

)}−1

×
∫

IR

[K2(u)]du.

Sous les hypothèses du théorème 3.3.1, cet estimateur est uniformément consistant sur I,
c’est à dire

sup
x∈I

∣∣∣ V̂n(x)
Vθ(x)

− 1
∣∣∣ IP→ 0, ou sup

x∈I

∣∣∣ V̂n(x)
Vθ(x)

− 1
∣∣∣ p.s.→ 0.

En s’appuyant sur un argument du type Slutsky, nous obtenons le corollaire suivant.

Corollaire 3.3.1 Sous les hypothèses (F.1–6), (H.1–3) et (K.1–3), nous avons, lorsque
n→∞,∣∣∣{ nhn

2 log(1/hn)

}1/2

sup
x∈I

±
{{
V̂n(x)

}−1/2 ×
{
θ̂n(x)− θ(x)

}}
− 1
∣∣∣ = oIP(1). (3.11)

Si la fenêtre satisfait (H.2–5) nous obtenons, lorsque n→∞,∣∣∣{ nhn
2 log(1/hn)

}1/2

sup
x∈I

±
{{
V̂n(x)

}−1/2 ×
{
θ̂n(x)− θ(x)

}}
− 1
∣∣∣ p.s.= o(1). (3.12)

Soit

R̃n,hn(x) =

{{2 log(1/hn)

nhn

}
×
{
V̂n(x)

}}1/2

D’après (3.11), il est possible de construire des intervalles de confiance pour θ(x), unifor-
mément en x ∈ I. Précisément, nous avons, pour chaque ε > 0, lorsque n→∞,

IP
{
θ(x) ∈

[
θ̂n(x)− (1 + ε)R̃n,hn(x), θ̂n(x) + (1 + ε)R̃n,hn(x)

]
,∀x ∈ I

}
→ 1,

et
IP
{
θ(x) ∈

[
θ̂n(x)− (1− ε)R̃n,hn(x), θ̂n(x) + (1− ε)R̃n,hn(x)

]
,∀x ∈ I

}
→ 0.

Ainsi les intervalles
[
θ̂n(x) − R̃n,hn(x), θ̂n(x) + R̃n,hn(x)

]
constituent des intervalles de

confiance pour la fonction θ(x) (x ∈ I), à un niveau de confiance asymptotique de 100%.
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3.4 Extension multidimensionnelle
Dans de nombreux cas d’estimation par la méthode du maximum de vraisemblance, le
paramètre θ(x) est à valeurs dans IRp, avec p > 1. Nous considérons alors la déviation
unidimensionnelle sup

x∈I
±uT

{
θ̂n(x)− θ(x)

}
où u ∈ IRp est fixé et uT dénote son transposé.

Afin de proposer une extension multidimensionnelle du théorème 3.3.1, nous introduisons
quelques notations. Soit la matrice Iθ(x), supposée définie positive,

Iθ(x) =

[
IEx

[{
ψi
(
Y ; θ(x)

)
ψj
(
Y ; θ(x)

)}]]
p×p

, (équivalente à Iθ(x) lorsque p = 1)

où ψi
(
Y ; t
)

désigne la i-ième composante du vecteur des dérivées partielles ψ
(
Y ; t
)
∈ IRp.

Soit
Σx :=

{
Iθ(x)

}−1 × 1

fX(x)
.

En adaptant de manière convenable les hypothèses sur la distribution au cadre multivarié,
nous obtenons le théorème suivant.

Théorème 3.4.1 Supposons que les hypothèses (F.1–6), (H.1–3) et (K.1–3) soient véri-
fiées. Alors, nous avons, lorsque n→∞,∣∣∣{ nhn

2 log(1/hn)

}1/2

sup
x∈I

±uT
{
θ̂n(x)− θ(x)

}
− σθ,u(I)

∣∣∣ = oIP(1), (3.13)

où
σθ,u(I) = sup

x∈I

{
uTΣxu

∫
IR

[K2(v)]dv
}1/2

.

Si la fenêtre satisfait (H.2–5) nous obtenons, lorsque n→∞,∣∣∣{ nhn
2 log(1/hn)

}1/2

sup
x∈I

±uT
{
θ̂n(x)− θ(x)

}
− σθ,u(I)

∣∣∣ = o(1) presque sûrement.

Applications statistiques

Lorsque p = 2, nous appliquons le théorème 3.4.1 et (3.13) pour les choix particuliers de
vecteur u1 = (1, 0)T et u2 = (0, 1)T afin d’obtenir des intervalles de confiance uniformes
en x ∈ I pour chacune des composantes du vecteur de paramètre θ(x) = (θ1(x), θ2(x))

T .

Exemple 3.4.1 Si nous supposons que Y |X = x suit une loi Gamma (α(x), β(x)) à
deux paramètres. Nous posons alors θ(x) = (α(x), β(x)), avec α(x) > 0 et β(x) > 0. Nous
avons,

g
(
y; θ(x)

)
=

(y)α(x)−1 exp
[
− y/β(x)

]
β(x)α(x)Γ(α(x))

,

lorsque x ∈ I et y > 0.
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Exemple 3.4.2 Lorsque Y |X = x suit une loi Weibull θ(x) = (c(x), α(x)) à deux para-
mètres. La densité conditionnelle est donc de la forme suivante

g
(
y; θ(x)

)
=
c(x)

α(x)

( y

α(x)

)c(x)−1

exp
(
−
{ y

α(x)

}c(x))
,

avec c(x) > 0, α(x) > 0, x ∈ I et y > 0.

En conclusion, si nous travaillons dans un cadre semi-paramétrique, où la loi conditionnelle
de Y sachant X = x est supposée proche d’une certaine famille de distributions, notre
méthode permet de construire des intervalles de confiance asymptotiquement optimaux
pour les différents paramètres de la distribution modélisée. Nous notons également que
les hypothèses faites sur la distribution sont faciles à vérifier en pratique et les conditions
sur le noyau et la fenêtre ne sont pas restrictives.

3.5 Démonstration
Posons, pour x ∈ I et t ∈ T ,

r̂′n(x, t) =
∂

∂t
r̂n(x, t) =

1

nhn

n∑
i=1

ψ′(Yi; t)K
(x−Xi

hn

)
,

et

r̂′′n(x, t) =
∂2

∂t2
r̂n(x, t) =

1

nhn

n∑
i=1

ψ′′(Yi; t)K
(x−Xi

hn

)
,

avec ψ′(y; t) =
∂

∂t
ψ(y; t) et ψ′′(y; t) =

∂2

∂t2
ψ(y; t) proprement définis via (F.3).

La démonstration est fondée sur un résultat remarquable de Einmahl et Mason (2000)
[42]. Par convenance, nous désignons par F = {f(·; t) : t ∈ T} une classe de fonctions
indexée par le paramètre t ∈ T . Nous posons,

l̂n(x, t) :=
n∑
i=1

f(Yi; t)K
(x−Xi

hn

)
et

ln(x, t) := IE
[
l̂n(x, t)

]
.

Théorème 3.5.1 Supposons les hypothèses (K.1–3), (H.2–4–5) vérifiées. Nous supposons
également que

fX est continue et strictement positive sur J ,
fX,Y est continue sur J × IR.

Si la classe de fonctions F est bornée, nous avons

lim
n→∞

sup
t∈T

sup
x∈I

±
{
l̂n(x, t)− ln(x, t)

}
√

2nhn log(1/hn)

p.s.
= σF ,
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où
σ2
F := sup

t∈T
sup
x∈I

IEx

[{
f(Y ; t)

}2
]
fX(x)‖K‖2

2.

Ce théorème est une simple conséquence du théorème 1, p. 4, [42]. 2

A présent, nous considérons les classes de fonctions suivantes

Ψ0 :=
{
ψ(·; t) : t ∈ T

}
,

Ψ1 :=
{
ψ′(·; t) : t ∈ T

}
,

Ψ2 :=
{
ψ′′(·; t) : t ∈ T

}
.

Les hypothèses (F.2–3–4) nous assurent que ces classes sont bornées. Nous pouvons donc
appliquer le théorème 3.5.1 et conclure que, sous les hypothèses du théorème 3.3.1, nous
avons, lorsque n→∞,

sup
t∈T

sup
x∈I

±
{
r̂n(x, t)− rn(x, t)

}
p.s.
= O

({ log(1/hn
nhn

}1/2
)
, (3.14)

sup
t∈T

sup
x∈I

±
{
r̂′n(x, t)− r′n(x, t)

}
p.s.
= O

({ log(1/hn
nhn

}1/2
)
, (3.15)

sup
t∈T

sup
x∈I

±
{
r̂′′n(x, t)− r′′n(x, t)

}
p.s.
= O

({ log(1/hn
nhn

}1/2
)
. (3.16)

Ces résultats nous serons utiles au cours de la démonstration.

Dans le cadre de l’estimation par la méthode du maximum de vraisemblance ou plus
généralement de la M -estimation, l’obtention de lois limites ou l’étude du comportement
limite de M -estimateurs se décompose en trois étapes principales :

- consistance
- vitesse de convergence
- loi limite exacte.

Sous les hypothèses du théorème 3.3.1, il est facile de montrer l’existence d’une suite
d’estimateurs θ̂n(x) solutions de (3.8) et consistants (voir, par exemple, Serfling (1980),
p.147-148, [123]), i.e. telle que

θ̂n(x)
IP−→ θ(x), lorsque n→∞. (3.17)

Ci-dessous, nous démontrerons l’existence et la consistance forte de θ̂n(x), avec une vitesse
de convergence préliminaire.

-Consistance de l’estimateur θ̂n(x)

Nous introduisons une sous-classe de Ψ0, définie par,

Ψα :=
{
ψ(·, θ(x) + t) : |t| ≤ α

}
.
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3.5. Démonstration

D’après l’hypothèse (F.1) nous admettons l’existence de

m0 := inf
x∈J

min{fX(x), Iθ(x)} > 0.

Par convenance, nous rappelons l’hypothèse (F.6) : il existe des constantes positives C1

et C2 telles que

inf
x∈J

IEx

[
− ψ′

(
Y ; θ(x) + ε

)]
> C2 > 0, lorsque |ε| ≤ C1.

Comme la fonction θ(·) est continûment dérivable sur J , nous avons, uniformément en
x, z ∈ I,

wθ(h) = sup
|x−z|≤h

∣∣θ(x)− θ(z)
∣∣ = O(h).

D’après (3.14), lorsque n→∞, nous obtenons

∣∣∣r̂n(x, θ(x)± εn)− rn(x, θ(x)± εn)
∣∣∣ p.s.≤ Cα ×

{
log(1/hn)

nhn

}1/2

=: Ln,α. (3.18)

Ci-dessus, nous posons εn = max
{
3Ln,α/(m0C2), 2wθ(hn)

}
qui tend vers zéro lorsque

n→∞. En utilisant un argument de conditionnement, nous avons

rn(x, θ(x) + εn) =

∫
IR

h−1IEt

[
ψ(Y, θ(x) + εn)

]
K
(x− t

h

)
fX(t)dt.

Nous effectuons à présent un développement de Taylor de la fonction ψ(y, θ(x)+εn) autour
de θ(t). Nous obtenons,

rn(x, θ(x) + εn) = −
∫

IR

h−1IEt

[
− ψ′(Y, θ(t) + ξ)

]
K
(x− t

h

)
fX(t)

{
εn −

(
θ(t)− θ(x)

)}
dt,

où |ξ| ≤ εn+wθ(h) ≤ C1, lorsque n suffisamment grand. En conséquence, comme le noyau
K est à support compact, i.e. |t− x| = O(h) = o(1), nous concluons que

rn(x, θ(x) + εn) ≤ −m0C2

{
εn − wθ(h)

}∫
IR

h−1K
(x− t

h

)
dt ≤ −m0C2εn/2, (3.19)

d’après la définition de εn. De la même manière, nous obtenons, lorsque n→∞,

rn(x, θ(x)− εn) ≥ m0C2εn/2. (3.20)

Maintenant, en combinant (3.18) avec (3.19) et (3.20), il s’ensuit les inégalités suivantes,
lorsque n→∞, pour tout x ∈ I, avec probabilité un,

r̂n(x, θ(x) + εn) ≤ Ln,α −m0C2εn/2 < 0,

r̂n(x, θ(x)− εn) ≥ Ln,α −m0C2εn/2 > 0.
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Les deux inégalités ci-dessus impliquent que, pour tout x ∈ I, presque sûrement, il existe
une solution θ̂n(x) ∈ [θ(x)−εn, θ(x)+εn] de (3.8) telle que r̂n(x, θ̂n(x)) = 0. En conclusion,
nous avons prouvé l’existence d’une suite θ̂n(x) de solutions de l’équation (3.8), telle que

sup
x∈I

∣∣∣θ̂n(x)− θ(x)
∣∣∣ ≤ εn, presque sûrement.

Cette dernière inégalité est équivalente à

sup
x∈I

∣∣∣θ̂n(x)− θ(x)
∣∣∣ p.s.= O

({
log(h−1

n )

nhn

}1/2

+ hn

)
= o(1).

Sous des hypothèses un peu moins fortes sur la fenêtre, nous obtenons également

sup
x∈I

∣∣∣θ̂n(x)− θ(x)
∣∣∣ IP
= O

({
log(h−1

n )

nhn

}1/2

+ hn

)
= o(1), (3.21)

qui implique bien (3.17).

-Vitesse de convergence pour l’estimateur θ̂n(x)

La fonction de vraisemblance locale définie en (3.8) admet un développement de Taylor
autour de θ(x) d’après (F.3). Nous avons, lorsque |ξ|≤

∣∣θ̂n(x)− θ(x)
∣∣,

r̂n(x, θ̂n(x)) = r̂n(x, θ(x)) + r̂′n(x, θ(x))
{
θ̂n(x)− θ(x)

}
+
{
θ̂n(x)− θ(x)

}2
r̂′′n(x, θ(x) + ξ),

où le dernier terme constitue le reste de Lagrange d’ordre 1. Nous obtenons, via la propriété
de consistance de notre estimateur (3.21), lorsque n→∞,

r̂n(x, θ̂n(x)) = r̂n(x, θ(x)) + r̂′n(x, θ(x))
{
θ̂n(x)− θ(x)

}
+ oIP(1). (3.22)

D’après (3.8), nous pouvons écrire (3.22) ainsi{
θ̂n(x)− θ(x)

}
= − r̂n(x, θ(x))

r̂′n(x, θ(x))
+ oIP(1). (3.23)

Remarque 3.5.1 L’approximation (3.23) est un argument essentiel de notre démonstra-
tion. Le comportement asymptotique associée à la déviation

{
θ̂n(x) − θ(x)

}
se réduit à

l’étude d’un terme de régression. Ainsi, nous pouvons appliquer la méthodologie dévelop-
pée dans la section 2.2 afin de démontrer (3.9) ou (3.10). Notons enfin que le terme en
oIP(1) ci-dessus est tel que l’approximation (3.23) est équivalente à

{
θ̂n(x)− θ(x)

}
= − r̂n(x, θ(x))

r̂′n(x, θ(x))
+ oIP

({
log(h−1

n )

nhn

}1/2
)
.

En conséquence, nous avons{
nhn

log(h−1
n )

}1/2{
θ̂n(x)− θ(x)

}
=

{
nhn

log(h−1
n )

}1/2{ r̂n(x, θ(x))

−r̂′n(x, θ(x))

}
+ oIP(1). (3.24)
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3.5. Démonstration

Dans un premier temps, nous considérons le terme du numérateur r̂n(x, θ(x)). Nous avons
clairement d’après (3.6) combinée au lemme de Bochner,

IE
[
r̂n(x, θ(x))

]
= o(hn).

Une étude plus précise du biais est présenté dans le lemme 3.5.1 ci-dessous. Nous posons
vθ(x) := fX(x)Iθ(x), sθ(x) := IEx

[
ψ′′(Y ; θ(x))

]
, et

b(x) :=
{
θ′′(x)vθ(x) + 2v′θ(x)θ

′(x) + {θ′(x)}2fX(x)sθ(x)
}
µ2(K).

Lemme 3.5.1 Sous les hypothèses du théorème 3.3.1, nous obtenons, lorsque le noyau
K est d’ordre 2,

sup
x∈I

∣∣∣IE[r̂n(x, θ(x))]∣∣∣ = O(h2
n). (3.25)

Si les conditions de régularité en (F.5) sont vérifiées, il s’ensuit,∣∣∣IE[r̂n(x, θ(x))]∣∣∣ =
1

2
b(x)h2

n(1 + o(1)). (3.26)

IE
[
r̂n(x, θ(x))

]
=

∫
IR

h−1
n K

(v − x

hn

)
fx(v)IEv

[
ψ(Y, θ(x))

]
dv

=

∫
IR

K(u)fX(x+ uhn)IEx+uhn

[
ψ(Y, θ(x))

]
du.

En développant ψ(y, θ(x)) autour de θ(x+ uhn) :

ψ(y, θ(x)) = ψ(y, θ(x+ uhn)) +
{
θ(x)− θ(x+ uhn)

}
ψ′(y, θ(x+ uhn))

+
1

2

{
θ(x)− θ(x+ uhn)

}2
ψ′′(y, θ(x+ uhn) + ε),

avec |ε|≤|θ(x)− θ(x+ uhn)| → 0. Il s’ensuit, via (3.6) et (3.7),

IE
[
r̂n(x, θ(x))

]
=

∫
IR

K(u)vθ(x+ uhn)
{
θ(x+ uhn)− θ(x)

}
du

+
1

2

∫
IR

K(u)fX(x+ uhn)IEx+uhn

[
ψ′′(Y, θ(x) + ε)

]{
θ(x)− θ(x+ uhn)

}2
du

= (I) + (II)

Nous avons,

θ(x+ uhn)− θ(x) = uhnθ
′(x) +

(uhn)
2

2
× θ′′(x+ ε1),

et

vθ(x+ uhn) = vθ(x) + uhnv
′
θ(x) +

(uhn)
2

2
× v′′θ (x+ ε2).
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avec εi → 0, i = 1, 2. En utilisant les propriétés du noyau K(·), nous obtenons finalement,

(I) =
h2
n

2

{
θ′′(x)vθ(x) + 2v′θ(x)θ

′(x)
}∫

IR

u2K(u)du+ o(h2
n),

et

(II) =
h2
n

2

{
(θ′(x))2fX(x)sθ(x)

}∫
IR

u2K(u)du+ o(h2
n).

2

Le lemme 3.5.1 ou (3.25) combiné à l’hypothèse sur la fenêtre (H.3) nous donnent l’ap-
proximation suivante{ nhn

2 log(1/hn)

}1/2

r̂n(x, t) =
{ nhn

2 log(1/hn)

}1/2{
r̂n(x, t)− rn(x, t)

}
+ o(1), (3.27)

où rn(x, t) = IE
[
r̂n(x, t)

]
. La démonstration de (3.9) repose maintenant sur la proposition

3.5.1 ci-dessous, qui établit une loi uniforme du logarithme sur l’intervalle I concernant
la déviation

{
r̂n(x, θ(x))− rn(x, θ(x))

}
.

Proposition 3.5.1 Supposons (F.1–4), (H.1–2), (K.1–3).
Alors, nous avons, lorsque n→∞∣∣∣{ nhn

2 log(1/hn)

}1/2

sup
x∈I

±
{
r̂n(x, θ(x))− rn(x, θ(x))

}
− σr(I)

∣∣∣ = oIP(1),

où
σ2
r(I) = sup

x∈I

{
Iθ(x)fX(x)

}∫
IR

K2(u)du.

La démonstration est une légère modification de la preuve du corollaire 2.3.2. En effet, en
reprenant les notations de la section 2.2, nous avons

r̂n(x, θ(x)) = r̂ψ,n(x),

pour le choix particulier de ψ(·) = ψ(·; t) avec t = θ(x). La déviation {r̂n(x, t)− rn(x, t)}
peut être vue comme un certain processus empirique indexé par une classe de fonctions
dépendante de t ou indexée par le paramètre t. Soit αn(·) le processus empirique bivarié
basé sur les couples d’observations (X1, Y1), . . . , (Xn, Yn) et indexé par une fonction m :
IR2 → IR à déterminer :

αn(m) =
1√
n

n∑
i=1

{
m(Xi, Yi)− IE

[
m(Xi, Yi)

]}
.

Lorsque (u, v) ∈ I × IR, pour le choix de m(u, v) = mt(u, v) := ψ(v; t)K
(x− u

hn

)
,

{
r̂n(x, t)− rn(x, t)

}
=

1

n1/2hn
× αn(mt).

Les arguments utilisés pour conclure sont identiques à ceux du chapitre précédent. Ils ne
seront pas répétés, par souci de concision. 2

-Obtention de la loi limite uniforme du logarithme
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Lemme 3.5.2 Sous (F.1–4), (H.1–2), (K.1–3), nous avons, lorsque n→∞,

sup
x∈I

∣∣∣∣∣
{
r̂′n(x, θ(x))

Iθ(x)fX(x)

}
+ 1

∣∣∣∣∣ IP−→ 0.

Nous remarquons que, via le lemme de Bochner,

sup
x∈I

IE
[
r̂′n(x, θ(x))

]
= sup

x∈I
r′n(x, θ(x)) = −Iθ(x)fX(x) +O(h).

De plus, nous avons, lorsque n→∞,

sup
x∈I

{
r̂′n(x, θ(x))− r′n(x, θ(x))

}
IP
= O

({ log(1/hn
nhn

}1/2
)
,

d’après la version en probabilité de (3.15). 2

En combinant (3.24) et(3.27) puis le lemme 3.5.2 et la proposition 3.5.1, nous obtenons
clairement la borne asymptotique (3.9). Le passage à la convergence presque sûre (3.10)
s’appuie sur le lemme de Borel-Cantelli (voir, par exemple, [42]). Le théorème 3.4.1 est
une conséquence directe du théorème 3.3.1.
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Annexe A

A.1 Processus empirique et
estimation fonctionnelle non-paramétrique

Le but de cette section est d’exhiber le lien qui existe entre l’estimation non-paramétrique
de certaines fonctionnelles de distribution et l’étude du processus empirique. De manière
générale, la théorie sur les processus empiriques est très utile car de nombreuses statis-
tiques peuvent s’exprimer comme des fonctionnelles de la fonction de répartition empirique
notée Fn. Soit

{
Xi : i≥ 1

}
une suite de variables aléatoires i.i.d. à valeurs dans X = IRp,

définis sur un espace de probabilité (Ω,A, IP). Plus précisément, on peut voir la variable
Xi comme une application telle que Xi : Ω → X , pour chaque i≥ 1. La fonction de
répartition empirique basée sur les X1, . . . , Xn est définie par

Fn(t) :=
1

n
#{Xi ≤ t : 1 ≤ i ≤ n} =

1

n

n∑
i=1

II
{
Xi ≤ t

}
, t ∈ IRp. (A.1)

Pour insister sur le fait que la fonction Fn est aléatoire, c’est à dire dépendante de ω ∈ Ω,
on peut utiliser l’écriture suivante :

Fn(t, ω) =
1

n

n∑
i=1

II
{
Xi(w) ≤ t

}
, t ∈ IRp.

La théorie sur la fonction de répartition empirique a été essentiellement élaboré pour
p = 1, i.e. pour des variables aléatoires réelles. On se réfère à l’article de Gaenssler et Stute
(1979) [51] et au livre de Shorack et Wellner (1986) [124] pour une exposition complète des
propriétés de Fn dans le cadre univarié. On remarque, dans un premier temps, que Fn est la
fonction de répartition associée à la mesure empirique du n-échantillon

{
Xi : 1 ≤ i ≤ n

}
,

définie par,

IPn :=
1

n

n∑
i=1

δXi
,

où δx dénote la mesure de Dirac au point x ∈ IRp. Lorsqu’on regarde Fn comme une
mesure aléatoire discrète, il s’ensuit, pour une fonction de score ϕ donnée,∫

IRp

ϕ(t)Fn(dt) =
1

n

n∑
i=1

ϕ(Xi).
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Ainsi, pour ϕ intégrable, on obtient clairement,∫
IRp

ϕ(t)Fn(dt) →
∫

IRp

ϕ(t)F (dt) = IE
[
ϕ(Y )

]
, presque sûrement.

Exemple A.1.1 Pour le choix particulier de ϕ(·) = h−pK
(x− ·

h

)
, nous retrouvons l’es-

timateur à noyau [PR] multivarié de la densité (cf. (1.9)) :∫
IRp

ϕ(t)Fn(dt) =
1

nhp

n∑
i=1

K
(x−Xi

h

)
.

Le processus empirique αn est défini par,

αn(t) := n1/2
{
Fn(t)− F (t)

}
.

En s’appuyant sur le théorème des quantiles, on peut restreindre l’étude du processus
empirique au cas où la distribution des variables est uniforme sur [0, 1]p.

Soit U1, U2, . . ., une suite de vecteurs aléatoires i.i.d. uniformément distribués sur [0, 1]p.
D’après le théorème des quantiles, nous avons,

Xi ≤ t ⇔ Ui ≤ F (t).

Nous dénotons par F̄n et ᾱn la fonction de répartition empirique et le processus empirique
fondés sur le n-échantillon

{
Ui : 1 ≤ i ≤ n

}
. Il s’ensuit,

Fn(t) = F̄n
(
F (t)

)
et αn(t) = ᾱn

(
F (t)

)
.

Ainsi, lorsque F est continue,

sup
t∈IRp

∣∣αn(t)∣∣ = sup
u∈[0,1]p

∣∣ᾱn(u)
∣∣.

Nous pouvons donc travailler avec Ui : Ω → [0, 1]p et,

IP
{
Ui ≤ t

}
= F̄ (t) :=

p∏
j=1

tj, ∀ t = (t1, . . . , tp) ∈ [0, 1]p.

Le processus stochastique ᾱn =
{
ᾱn(t) : t ∈ [0, 1]p

}
est alors appelé processus empi-

rique uniforme multivarié de taille n. L’étude du processus empirique uniforme permet
d’obtenir des lois limites du type loi du logarithme itéré pour l’estimateur [PR] de la den-
sité. La méthodologie employée s’appuie sur l’étude du comportement limite du module
de continuité associé au processus empirique uniforme. En suivant les travaux de Stute
[132], on introduit le module d’oscillation (ou de continuité) du processus empirique, qui
est défini, pour chaque 0 < h < 1, par

wn(h) := sup
{
ᾱn(t+ s)− ᾱn(t) : 0 ≤ t, t+ s ≤ 1, 0 ≤ s ≤ h

}
.
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ou, de manière équivalente,

wn(h) := sup
{
ᾱn(t)− ᾱn(s) : |t− s| ≤ h

}
.

Sous les hypothèses [C-R-S] sur hn, Stute obtient la loi uniforme du logarithme suivante,
concernant le module d’oscillation,

lim
n→∞

wn(hn)√
2hn log(h−1

n )
= 1, presque sûrement.

Deheuvels et Mason [26] ont amélioré les travaux de Stute, en démontrant une loi uniforme
fonctionnelle du logarithme pour un certain processus d’incrément défini sur [0, 1] par,{

ξn(hn, t; ·) : 0 ≤ t ≤ 1− hn
}

où, pour chaque 0 ≤ t ≤ 1− hn, ξn(hn, t; ·) est la fonction définie défini sur [0, 1] par,

ξn(hn, t; s) = ᾱn(t+ hns)− ᾱn(t), 0 ≤ s ≤ 1.

Ils démontrent que le processus d’incrément a pour ensemble limite la boule de Strassen,
presque sûrement. Cette loi fonctionnelle leur permet de déterminer la vitesse exacte de
convergence presque sûre de certains estimateurs non-paramétriques de la densité, parmi
lesquels l’estimateur à noyau et l’estimateur par la méthode des plus proches voisins. Plus
récemment, en s’appuyant sur une idée développée par Deheuvels et Mason [27], Einmahl
et Mason [40] et [41] ont obtenu une loi du logarithme itéré pour l’estimateur à noyau de
la régression, via l’étude du processus empirique local.

Le processus empirique local indexé par des ensembles

Soit U1, U2, . . ., une suite de vecteurs aléatoires indépendants et uniformément distribués
sur [0, 1]d. En suivant les notations de Deheuvels et Mason (1994) [27], soit B la classe
des Boréliens sur [0, 1]d et soit D une sous-classe quelconque de B. On introduit alors le
processus empirique uniforme indexé par l’ensemble D, défini par

αn(D) := n1/2
{
λn(D)− λ(D)

}
, D ∈ D,

où λ désigne la mesure de Lebesque sur IRd et λn est la mesure empirique uniforme
indexée par B, telle que,

λn(B) := n−1

n∑
i=1

II
{
Ui ∈ B

}
, B ∈ B.

Soit t ∈ [0, 1]d un point de IRd fixé et soit C une classe particulière de Boréliens de [a, b]d,
lorsque a < b avec b−a = 1, a, b ∈ IR. Nous considérons alors la classe D = {t+C : C ∈ C}
telle que : t + C ⊆ [0, 1]d, ∀C ∈ C. Ces définitions nous permettent d’introduire le
processus empirique local au point t indexé par l’ensemble C :

Θn(C) := Θn(C, hn) = h−1/2
n αn

(
t + h1/d

n C
)
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= h−1/2
n

{ n∑
i=1

II
{
Ui ∈ t + h1/d

n C
}
− nhnλ(C)

}
, C ∈ C.

L’étude de ce processus par Deheuvels et Mason a permis de généraliser la loi fonctionnelle
du logarithme itéré de Mason (1988) et notamment d’améliorer les résultats de Hall (1981)
concernant la consistance ponctuelle presque sûre de l’estimateur [PR] multivarié de la
densité. Entre autres, ils établissent également une notion d’indépendance asymptotique
intéressante (cf. théorème 1.2, p. 1622, [27]).

L’approche du processus empirique local

Soient ξj, j ∈ IN, des vecteurs aléatoires i.i.d. à valeurs dans IRd, définis sur un espace
de probabilité arbitraire (Ω,A, IP) et de fonction de répartition commune G(·). On fixe
t ∈ IRd et J ∈ B(IRd) ⊃ B, c’est à dire l’ensemble J est dans la classe des boréliens de
IRd. Alors, pour toute transformation bimesurable inversible h : IRd → IRd, on pose

A(h) := t + hJ (avec hJ := {h(x) : x ∈ J}).

On peut visualiser A(h) comme un voisinage du point t de la forme hJ. Par exemple, si
d = 2, J = B2 (la boule unité de IR2) et h = Id, alors A(h) est la boule unité de centre t.

A présent, soit (hn)n∈IN une suite de transformations bimesurables inversibles et supposons
que, pour

An := A(hn) et an := IP{ξj ∈ An}, n ∈ IN,

les conditions suivantes sont vérifiées

(A.1) an > 0, ∀n ∈ IN ;

(A.2) nan →∞, lorsque n→∞ ;

(A.3) an → 0.

Pour chaque n ∈ IN, nous pouvons alors définir la mesure empirique locale au point t,

νn(t,B) :=
1

nan

n∑
i=1

II
{
ξi ∈ t + hn(J ∩B)

}
, B ∈ B(IRd).

Il apparaît clairement que, par sa forme, la mesure empirique locale est un outil approprié
pour l’étude des estimateurs à noyaux de la densité ou de la régression.

Maintenant, nous considérons F une classe de fonctions mesurables f : IRd → IR de
supports contenus dans J (i.e. ∀f ∈ F , f(x) = 0 lorsque x ∈ {IRd/J}). On peut alors
introduire la mesure empirique locale indexée par F ,

νn(t, f) :=

∫
J

f(x)νn(t, dx) =
1

nan

n∑
i=1

f(h−1
n (ξi − t)), f ∈ F ,

où h−1
n dénote l’inverse de hn. En suivant Einmahl et Mason (1997) [40], on définit le

processus empirique local au point t, indexé par F ,

Ln(t, f, hn) := (nan)
1/2
{
νn(t, f)− IE

[
νn(t, f)

]}
. (A.2)
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Exemple A.1.2 Soient ξ1, ξ2, . . . , des variables aléatoires réelles i.i.d., de densité fξ(·)
continue et positive dans un voisinage d’un point x ∈ IR fixé. On pose J = [−1/2, 1/2]
et on définit hn(x) := hn × x, telle que hn > 0 et hn → 0 lorsque n → 0. On considère
comme classe de fonctions F =

{
K
}
, avec K(·) fonction noyau vérifiant les hypothèses

classiques. Alors, d’après (A.2),

Ln(x,K, hn) =
1

nan

n∑
i=1

K
(x− ξi

hn

)
= hna

−1
n f̂ξ;n(x).

Exemple A.1.3 Soient d = 2 et ξi = (Xi, Yi), i ∈ IN, des variables aléatoires i.i.d. à
valeurs dans IR2, admettant une densité jointe fX,Y et des densités marginales fX et fY .
On pose J = [−1/2, 1/2]× IR, t = (t, 0), t ∈ IR, et, pour (x, y) ∈ IR2, hn(x, y) := (hnx, y),
telle que hn > 0 et hn → 0 lorsque n → 0. Nous considérons alors comme classe de
fonctions F =

{
R
}
, avec

R(x, y) = y ×K(x), (x, y) ∈ IR2.

Il s’ensuit, via la définition (A.2),

Ln(x,R, hn) =
1

nan

n∑
i=1

YiK
(x−Xi

hn

)
= hna

−1
n r̂n(x).

A.2 Le lemme de Bochner
Le résultat présenté ci-dessous est une version du lemme de Bochner (cf. Bosq et Lecoutre
(1987) [13], Einmahl et Mason (2000) [42], p. 27, lemme 2.9), qui constitue un outil clas-
sique pour traiter le biais d’estimateurs à noyaux. On rappelle la définition de l’uniforme
équicontinuité, qui est une généralisation de l’uniforme continuité.

Définition A.2.1 Soit F une famille d’applications f : X → Y où X et Y sont des
espaces métriques. On dit que F est uniformément équicontinue si, pour tout ε > 0,
il existe η > 0 tel que, pour tout couple (x, z) ∈ X2 vérifiant d(x, z) < η, et toute fonction
f ∈ F , on ait d(f(x), f(z)) < ε.

Les classes de fonctions rencontrées sont toujours relativement compactes par rapport
à la topologie de la norme du supremum, ce qui est équivalent à l’uniforme équiconti-
nuité d’après le théorème d’Arzelà-Ascoli. Si les classes de fonctions sont définies sur des
ensembles compacts, ceci implique également l’uniforme bornitude.

Soit I un pavé compact de IRp fixé. Pour un certain τ > 0, nous désignons par J = Iτ le
τ -voisinage du pavé I dans IRp défini par :

J =
{
u ∈ IRp,∃v ∈ I : ‖u− v‖+≤ τ

}
,

où ‖ · ‖+ désigne la norme maximum sur IRp, i.e. ‖u‖+ = max
1≤i≤p

|ui|.
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Résultat A.2.1 Lemme de Bochner : version multidimensionnelle
Soit F une classe de fonctions f : IRp → IRd, uniformément équicontinue et bornée sur
le pavé J . Soit K : IRp → IR une fonction intégrable (i.e. K ∈ L1(IR

p)). Nous avons,
uniformément en f ∈ F ,

D(f, h) := sup
x∈I

∣∣f ∗Kh(x)− f(x)

∫
IRp

K(u)du
∣∣→ 0d, lorsque h↘ 0,

où

f ∗Kh(x) := h−p
∫

IRp

f(t)K
(x− t

h

)
dt et 0d dénote le vecteur nul de IRd.

Premièrement, nous remarquons que∣∣∣h−p ∫
IRp

f(t)K
(x− t

h

)
dt− f(x)

∫
IRp

K(u)du
∣∣∣ =

∣∣∣h−p ∫
IRp

{
f(x− z)− f(x)

}
K
(z

h

)
dz
∣∣∣,

suite aux changements de variable z = x− t et z = h× u respectivement.
Par la suite, en séparant le domaine d’intégration, lorsque h→ 0, uniformément en f ∈ F ,

D(f, h) ≤ sup
x∈I

sup
‖z‖+≤δ

∣∣f(x− z)− f(x)
∣∣ ∫

‖z‖+≤δ
h−pK

(z

h

)
dz

+ 2 sup
x∈I

|f(x)|
∫
‖z‖+≥δ

h−pK
(z

h

)
dz

≤ sup
x∈I

sup
‖z‖+≤δ

∣∣f(x− z)− f(x)
∣∣× ∫

IRp

∣∣K(u)
∣∣du

+ 2 sup
x∈I

|f(x)| ×
∫
‖u‖+>δh−p

∣∣K(u)
∣∣du,

ce qui tend bien vers 0d, d’après l’hypothèse d’equicontinuité (pour le premier terme) et
d’uniforme bornitude sur le pavé J de la classe de fonctions F combinée à la décroissance
vers zéro de h et l’intégrabilité de K(·) (pour le deuxième terme). 2

Remarque A.2.1 Les fonctions fX(·), rψ(·) et mψ(·) sont uniformément continues (cf.
section A.5) et bornées sur le pavé J d’après les hypothèses (F.1–3) dans le cadre multi-
varié (X ∈ IRp, Y ∈ IRd et ψ(Y ) ∈ IRq) :

(F.1) fX,Y (·, ·) est continue sur J × IRd ;

(F.2) fX(·) est continue et strictement positive sur J ;

(F.3) Y II
{
X ∈ J

}
est bornée.

On rappelle que la fonction ψ : IRd → IRq est borélienne et bornée sur les compacts de
IRd. La suite {hn : n≥ 1} est supposée vérifier simplement hn ↘ 0, lorsque n→∞. Nous
supposons les hypothèses (F.1–3) vérifiées, ainsi que

(F.5) fX,Y (·, ·) et fX(·) sont k-fois continûment différentiables sur J × IRd ;
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Nous obtenons alors, comme conséquence du lemme A.2.1 de Bochner ,

sup
x∈I

∣∣f (k)
X;n(x)− f

(k)
X (x)

∣∣ = o(1)

sup
x∈I

∣∣r(k)
ψ;n(x)− r

(k)
ψ (x)

∣∣ = o(1)

sup
x∈I

∣∣m(k)
ψ;n(x)−m

(k)
ψ (x)

∣∣ = o(1).

Ci-dessus, la notation o(1) désigne l’extension multidimensionnelle ou q-dimensionnelle
de o(1).

A.3 Inégalités exponentielles en dimension infinie
Cette section est consacrée à la présentation de résultats nécessaires à nos démonstra-
tions. Les résultats principaux sont une inégalité exponentielle de type Borell-Bernstein
en dimension infinie et une borne de moment, concernant la norme du supremum du pro-
cessus empirique indexé par une classe de fonctions. Par souci de clarté, nous présentons
un résumé des étapes essentielles qui permettent de démontrer de telles inégalités, en
introduisant certaines notions clés.

Premièrement, on se place dans un cadre très général. Soient X,X1, . . . , Xn des variables
aléatoires i.i.d. définis sur un espace de probabilité (X ,A, IP) de distribution commune
notée µ. Afin d’obtenir les propriétés asymptotiques du processus empirique indexé par
une classe de fonctions, une des approches principales est dénommée la symétrisation
(symmetrization ou randomization, en anglais). L’idée sous-jacente de la symétrisation
ou du principe de symétrisation consiste à remplacer le processus empirique classique
par une version “symétrisée” proche d’un certain processus sous-Gaussien, le processus
de Rademacher. Avant de présenter la définition formelle du processus de Rademacher
et ses propriétés fondamentales, nous introduisons quelques notations nécessaires à son
introduction. Soit δt la mesure de Dirac au point t.

Définition A.3.1 Toute suite de variables aléatoires {εi : 1 ≤ i ≤ n} i.i.d. de distribution

L(εi) =
1

2
δ−1 +

1

2
δ+1,

est appelée suite de Rademacher.

Nous notons que la distribution des εi est symétrique, telle que IE[εi] = 0, 1 ≤ i ≤ n.

Soit IPn=n
−1
∑n

i=1 δXi
la mesure empirique associée à l’échantillon de variables aléatoires

{X1, . . . , Xn}. La mesure empirique IPn peut être regardée comme une mesure aléatoire
discrète mettant le poids 1/n à chaque observation, c’est à dire une combinaison linéaire
des mesures de Dirac associées aux observations.

Soit F une classe de fonctions mesurables f : X → IR. En référence à [145], nous utiliserons
la notation suivante : pour une fonction f mesurable et Q une mesure signée, on note
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Qf =
∫
fdQ (en particulier IPf = IE

[
f(X)

]
). La symétrisation est fondée sur l’argument

principal suivant : au lieu du processus empirique, de la forme (modulo
√
n)

f → (IPn − IP)f =
1

n

n∑
i=1

{
f(Xi)− IPf

}
,

on considère le processus symétrisé suivant

f → IPo
nf =

1

n

n∑
i=1

εif(Xi),

où (εi)i≤n désigne une suite de Rademacher indépendante des
{
X1, . . . , Xn

}
. Remar-

quons dans un premier temps que ces deux processus sont naturellement centrés (car
IE
[
εif(Xi)|Xi

]
= 0, via la propriété de symétrie des εi). Puis, en conditionnant le proces-

sus symétrisé IPo
nf par rapport aux variables Xi, nous obtenons clairement un processus

de Rademacher, c’est à dire un processus de la forme

Xa =
n∑
i=1

aiεi, avec a = (a1, . . . , an) ∈ IRn. (A.3)

Soit xi ∈ X la réalisation de la variable Xi. Plus précisément, nous obtenons,

n
{
IPo
nf
∣∣Xi, 1 ≤ i ≤ n

}
= Xf{x} =

n∑
i=1

f(xi) εi, avec f{x} = (f(x1), . . . , f(xn)) ∈ IRn.

On rappelle la définition d’un processus sous-Gaussien :

Définition A.3.2 Un processus stochastique
{
Xt : t ∈ T

}
est appelé sous-Gaussien

par rapport à la semi-métrique d si il vérifie l’inégalité suivante sur ses incréments :

IP
{
|Xs −Xt| > x

}
≤ 2 exp

{
− x2

2d2(s, t)

}
, pour tout s, t ∈ T, x > 0.

Le processus de Rademacher vérifie, via l’inégalité de Hoeffding (cf. p. 100-101, [145]),

IP
{∣∣ n∑

i=1

aiεi
∣∣ > x

}
≤ 2 exp

{
− x2

2‖a‖2

}
,

où ici ‖ · ‖ dénote la norme euclidienne sur IRn. Il s’ensuit, via (A.3),

IP
{∣∣Xa −Xb| > x

}
≤ 2 exp

{
− x2

2‖a− b‖2

}
.

Cette dernière inégalité nous assure que le processus de Rademacher est sous-Gaussien par
rapport à la métrique ou distance Euclidienne sur IRn. Cette propriété est particulièrement
intéressante car les processus sous-Gaussiens ont des bornes connues sur leurs incréments
qui vont faire apparaître la fameuse entropie (c’est à dire le logarithme du nombre de
recouvrement). A ce propos, nous citons le corollaire 2.2.8, p. 101, dans [145]. Notons
que, via une inégalité liée à la norme d’Orlicz du maximum d’un nombre fini de variables
aléatoires, combinée aux contrôle des incréments (“chaining method ” ou chaînage) décrit
ci-dessus, nous pouvons alors obtenir une majoration du supremum d’un nombre infini de
variables.
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Définition A.3.3 Nombre de recouvrement
Soit

{
F , d

}
un espace métrique. Le nombre de recouvrement, noté N(ε,F , d), est

le nombre minimal de boules de d-rayon ε (c’est à dire, par rapport à la métrique d)
nécessaires pour recouvrir F .

N(ε,F , d) = arg min
n∈IN

{ n⋃
i=1

B(xi, ε) ⊇ F : xi ∈ F
}
.

(Dans les démonstrations, nous considérons des espaces normés, du type L2(Q), Q dési-
gnant une mesure de probabilité quelconque).

Aparté Il existe une notion similaire au nombre de recouvrement, appelée packing number
ou nombre d’emboîtement, qui est rencontrée fréquemment dans la littérature.

Définition A.3.4 Nombre d’emboîtement
Soit

{
F , d

}
un espace métrique. Le nombre d’emboîtement, noté D(ε,F , d), est le

nombre maximal de points ε-séparés dans F . On appelle x, y ∈ F deux points ε-séparés,
dès lors que d(x, y) > ε.

Pour clore cette digression, nous présentons un petit lemme qui confirme la similitude de
ces deux notions.

Lemme A.3.1 Soit
{
F , d

}
un espace métrique. Alors, N(ε,F , d) et D(ε,F , d) sont deux

fonctions décroissantes en ε satisfaisant, pour chaque ε > 0,

N(ε,F , d) ≤ D(ε,F , d) ≤ N(ε/2,F , d).

Nous faisons l’hypothèse suivante, sans perte de généralité, il existe au plus n = D(ε,F , d)
points ε-séparés {x1, . . . , xn} ∈ F . Alors, les boules

B(xi, ε) =
{
x ∈ F : d(x, xi) ≤ ε

}
, i = 1, . . . , n,

doivent recouvrir l’espace F . Sinon, il existerait un point y ∈ F tel que d(y, xi) > ε, pour
i = 1, . . . , n. Cette dernière assertion est en contradiction avec l’hypothèse de départ, car
x1, . . . , xn, y seraient alors ε-séparés. Donc

F ⊆
n⋃
i=1

B(xi, ε),

ce qui implique la partie gauche de l’encadrement N(ε,F , d) ≤ D(ε,F , d). Maintenant,
via l’inégalité triangulaire, nous avons, pour 1 ≤ i 6= j ≤ n,

ε < d(xi, xj) ≤ d(xi, x) + d(x, xj) ≤ 2 max
{
d(xi, x), d(x, xj)

}
.

En conséquence, chaque boule B(x, ε/2) contient au plus un des n points {x1, . . . , xn}. Il
s’ensuit la partie droite de l’encadrement, D(ε,F , d) ≤ N(ε/2,F , d). 2

Reprenons le cours de l’exposition des étapes permettant d’obtenir la borne exponentielle
de type Bernstein concernant le supremum du processus empirique indexé par une classe
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de fonctions. Il serait intéressant de pouvoir borner la norme sup du processus IPn − IP
par celle du processus symétrisé puis grâce aux propriétés énoncées ci-dessus, d’appliquer
une inégalité maximale de type Bernstein, en conditionnant toujours par rapport aux{
X1, . . . , Xn

}
. Avant de présenter ce résultat, il faut prendre garde à la possible non-

mesurabilité du supremum ‖IPn − IP‖F . Les résultats seront alors formulés en termes
d’espérances extérieures ou outer expectations.

Définition A.3.5 Soit (Ω,A, P ) un espace de probabilité arbitraire et T : Ω → ĪR une
application quelconque. L’intégrale extérieure de T par rapport à P est définie par :

IE∗[T ] = inf
{
IE
[
U
]

: U ≥ T, U : Ω → ĪR mesurable et telle que IE
[
U
]

existe
}

Nous pouvons maintenant énoncer le lemme central de notre argumentation.

Lemme A.3.2 (Symétrisation)

IE∗
[
‖IPn − IP‖F

]
≤ IE∗

[
2 ‖IPo

n‖F
]
, (A.4)

Le lemme de symétrisation est valable quelle que soit la classe de fonctions F considérée.
Après avoir approché le supremum ‖IPn − IP‖F par le supremum du processus symétrisé
‖IPo

n‖F , il reste à appliquer une inégalité maximale au membre de droite de l’inégalité
(A.4), conditionnellement aux

{
X1, . . . , Xn

}
. En d’autres termes, on peut continuer à

majorer la norme ‖IPn − IP‖F en utilisant les propriétés structurelles des processus sous-
Gaussiens. A ce stade du développement, il manque dans la littérature une version générale
du théorème de Fubini pour les intégrales extérieures. Pour contourner ce problème, on
utilise alors une hypothèse de mesurabilité appropriée. Il faut s’assurer que l’intégrande
‖IPo

n‖F est conjointement mesurable en
{
X1, . . . , Xn, ε1, . . . , εn

}
. Comme les variables de

Rademacher sont discrètes, ceci est vérifié si et seulement si les applications

(X1, . . . , Xn) →
∥∥ n∑
i=1

eif(Xi)
∥∥
F

sont mesurables pour chaque n-uplet (e1, . . . , en) ∈ {−1, 1}n. Il s’ensuit la définition
suivante.

Définition A.3.6 Une classe G de fonctions mesurables g : X → IR sur un espace de
probabilité

{
X ,A, IP

}
est appelée une classe IP-mesurable si l’application

(X1, . . . , Xn) →
∥∥ n∑
i=1

eif(Xi)
∥∥,

est mesurable sur la complétion de l’espace produit
{
X n,An, IPn

}
, pour tout choix de n

et tout vecteur {e1, . . . , en} ∈ IRn.

Pour nos applications, nous utilisons la notion suivante qui implique la IP-mesurabilité.
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Définition A.3.7 Supposons qu’il existe une sous-classe dénombrable G0 contenue dans
G telle que pour chaque fonction g ∈ G, il existe une suite de fonctions {gn : n≥ 1}
appartenant à G0 vérifiant

lim
n→∞

gn = g
(
i.e. lim

n→∞
gn(x) = g(x), pour chaque x ∈ X

)
.

La classe F est alors appelée pointwise measurable ou mesurable ponctuellement
(ou encore mesurable point par point) et notée [m.p.].

Lorsque la classe F est mesurable (dans le sens décrit ci-dessus), les mesures extérieures
redeviennent des mesures et l’enveloppe mesurable de F coïncide alors presque partout
avec le supremum. En somme, le lemme de symétrisation permet de trouver des bornes
pour le supremum du processus empirique indexé par F . La présence d’une hypothèse
spécifique sur la mesurabilité est une conséquence de la façon dont l’entropie uniforme
est utilisée pour contrôler le supremum via randomisation ou symétrisation associé au
manque d’une version générale du théorème de Fubini pour les intégrales extérieures.
Dans la plupart des cas, il suffirait de supposer la classe dénombrable afin de simplifier
l’exposition des résultats.

Nous sommes maintenant prêts pour présenter l’inégalité exponentielle en dimension infi-
nie qui est l’outil central de nos démonstrations. L’inégalité suivante est due à Talagrand
(1994) [137] (voir aussi Ledoux (1996) [88]). Comme nous allons le constater, les condi-
tions d’entropie servent pour borner l’espérance du processus mais n’ont aucune incidence
sur le contrôle de la déviation du processus par rapport à l’espérance. Dans la forme, cette
inégalité est aussi proche de l’inégalité exponentielle de Borell concernant la probabilité
de déviation par rapport à l’espérance de suprema de processus Gaussiens séparables. On
reprend les notations usuelles pour le processus empirique.

Résultat A.3.1 Soit G une classe [m.p.] (i.e. mesurable ponctuellement) de fonctions
g : X → IR satisfaisant, pour un certain 0 < M <∞,

‖g‖∞ := sup
x∈X

|g(x)| ≤M, ∀ g ∈ G.

Alors, pour tout t > 0, nous avons, avec A1, A2 > 0 des constantes convenablement
choisies,

IP

{∥∥αn∥∥G ≥ A1

(
IE
∥∥∥ n∑
i=1

εig(Xi)
∥∥∥
G

+ t
)}

≤ 2

{
exp

(
− A2t

2

nσ2
G

)
+ exp

(
− A2t

M

)}
, (A.5)

où σ2
G = sup

x∈G
Var
[
g(X)

]
.

Le résultat A.3.1 est une conséquence du théorème 2.14.25, p. 255, de Van der Vaart et
Wellner (1996), lui-même version du théorème 3.5, p. 45, [137]. Ce résultat est valable
pour toute classe de fonctions uniformément bornée et la taille de la classe de fonctions
n’intervient qu’à travers la norme L1 : IE‖

∑n
i=1 εig(Xi)‖G. Bien sur, sans l’hypothèse de

mesurabilité, il faut remplacer IP et IE par IP∗ et IE∗.
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Pour la convergence presque sûre, on utilise la version suivante de l’inégalité (A.5), en
combinaison avec l’inégalité de Ottaviani :

IP

{
max

1≤m≤n

∥∥αm∥∥G ≥ A1

(
IE
∥∥∥ n∑
i=1

εig(Xi)
∥∥∥
G

+ t
)}

≤ 2

{
exp

(
− A2t

2

nσ2
G

)
+ exp

(
− A2t

M

)}
.

Le résultat A.3.1 permet de réduire de nombreux problèmes de convergence presque sûre
à l’étude de la quantité de moment suivante :

IE
∥∥∥ n∑
i=1

εig(Xi)
∥∥∥
G
.

L’obtention de bornes pour cette quantité est liée à certaines conditions d’entropie, comme
nous l’avons remarqué dans le paragraphe concernant la symétrisation (et plus particu-
lièrement, le chaînage).

Soit G(·) une fonction enveloppe mesurable à valeurs finies satisfaisant, pour tout x ∈ X ,

G(x) ≥ sup
g∈G

|g(x)|.

Nous introduisons le nombre de recouvrement lié au nombre d’entropie.

N(ε,G) = sup
Q
N(ε

√
Q(G2),G, dQ),

où le supremum est pris parmi toutes les mesures de probabilités Q sur
(
X ,A

)
pour

lesquelles 0 < Q(G2) <∞. Ainsi les résultats présentés sont valables indépendamment de
la mesure de probabilité IP associée aux variables aléatoires Xi, 1 ≤ i ≤ n. La distance
dQ est la métrique sur L2(Q), définie par

dQ(f, g) = dQ,2(f, g) :=
{∫

(f − g)2dQ
}1/2

,

et N(ε,G, d) désigne le nombre minimum de boules B(g, ε) :=
{
f : d(g, f) < ε

}
pour

recouvrir l’ensemble G (cf. la définition A.3.3). Nous pouvons remarquer que le nombre
de recouvrement N(ε,G, d) est proche du nombre de points (ou de fonctions g ∈ G)
constituant un ε-réseau de l’ensemble G.

D’après Einmahl et Mason (2000) [42], la quantité de moment intervenant dans (A.5) est
bornée sous certaines conditions précisées ci-dessous.

Résultat A.3.2 Einmahl et Mason (2000)
Soit G une classe [m.p.] de fonctions bornées, mesurables et à valeurs réelles. La classe
de fonctions G est telle que, pour certaines contantes β, ν, C > 1, σ ≤ 1/8C, les quatre
conditions suivantes sont vérifiées :

(C.1) IE
[
G2(X)

]
≤ β2 ;

(C.2) N(ε,G)≤Cε−ν, 0 < ε < 1 ;
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(C.3) σ2
0 := sup

g∈G
IE
[
g2(X)

]
≤σ2 ;

(C.4) sup
g∈G

‖g‖∞≤
1

2
√
ν + 1

√
nσ2/ log(β ∨ 1/σ).

Alors nous avons, avec A3 > 0 constante universelle,

IE
∥∥∥ n∑
i=1

εig(Xi)
∥∥∥
G
≤A3

√
νnσ2 log(β ∨ 1/σ). (A.6)

La démonstration s’appuie sur le lemme 5.2, p. 963–964, de Giné et Zinn (1984) [58] et
certains résultats bien connus concernant les processus subgaussiens. Nous nous référons
au prochain résultat pour une idée de démonstration. Nous introduisons la distance dx

n,2,
métrique sur L2(IPn), avec IPn mesure empirique associée à x = (x1, . . . , xn) ∈ X n,

dx
n,2(g1, g2) :=

{
1

n

n∑
i=1

{
g1(xi)− g2(xi)

}2
}1/2

, g1, g2 ∈ G.

Nous rappelons que la distribution commune des variables {Xi : i ≥ 1} est notée µ.

Résultat A.3.3 Giné et Zinn (1984)
Soit G une classe [m.p.] uniformément bornée de fonctions à valeurs réelles et définies sur
X . C’est à dire, pour tout g ∈ G,

‖g‖∞≤M.

Alors, lorsque t ≥ 32
√
nσ2

0 > 0 et m ≥ 1, on a

IP
{

sup
g∈G

n∑
i=1

g2(Xi) > t
√
n
}
≤4µn

{
x : N(ρ/n1/4,G, dn,2) > m

}
+ 8m exp

(
− t
√
n/64M2

)
,

où σ2
0 := sup

g∈G
IE
[
g2(X)

]
, ρ = min

{√
t/8, n1/4

}
> 0.

En reprenant les arguments de la démonstration du résultat A.3.2 avec quelques modifi-
cations mineures, Einmahl et Mason (2005) [43] obtiennent une borne similaire mais sous
des hypothèses plus souples.

Résultat A.3.4 Soit G une classe [m.p.] de fonctions mesurables bornées et à valeurs
réelles telle que, pour certaines contantes C, ν ≥ 1 et 0 < σ ≤ β, les quatre conditions
suivantes sont vérifiées :

(C.1) IE
[(
G(X)

)2]≤ β2 ;

(C.2) N(ε,G)≤Cε−ν, 0 < ε < 1 ;

(C.3) σ2
0 := sup

g∈G
IE
[(
g(X)

)2]≤σ2 ;

(C.4) sup
g∈G

‖g‖∞≤
1

4

√
nσ2

ν log
(
C1β/σ

) , avec C1 = C1/ν ∨ e.
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Alors nous avons, pour une certaine constante A7 > 0,

IE
∥∥∥ n∑
i=1

εig(Xi)
∥∥∥
G
≤A7σ

√
νn log

(
C1β/σ

)
. (A.7)

En utilisant l’inégalité de Hoffman-Jørgensen sur l’intégrabilité de somme de variables
aléatoires indépendantes (voir, par exemple, la proposition 6.8, p.156, dans Ledoux et Ta-
lagrand (1991) [89] ou le résultat A.3.1 ci-après), nous pouvons borner IE‖

∑n
i=1 εig(Xi)‖G

(norme L1) lorsque cette somme est bornée en probabilité (norme L0). Ainsi démontrer
l’inégalité (A.6) est équivalent à prouver que, pour une certaine constante A4, nous avons

tn≤A4σ
√
νn log(C1β/σ),

où

tn = inf
{
t > 0 : IP

{∥∥∥ n∑
i=1

εig(Xi)
∥∥∥
G
> t
}
≤ 1

24

}
.

En bref, il nous faut démontrer que, lorsque t est de l’ordre σ
√
νn log(C1β/σ), la probabi-

lité ci-dessus est inférieure ou égale à 1/24. Ceci implique que, pour n suffisamment grand,
l’inégalité (A.7) est bien vérifiée, en remarquant que le premier terme de la borne [H-J]
sera négligeable d’après les conditions (C.3–4) par exemple. Plus précisément, le terme

6× IE
[

max
1≤i≤n

{
sup
g∈G

g(Xi)
}]

est négligeable asymptotiquement face à 6tn.

Nous commençons par séparer le domaine d’intégration via

Fn :=
{
x ∈ X n :

1

n
sup
g∈G

n∑
i=1

g2(xi)≤ 64σ2
}

et

Gn :=
{
x ∈ X n :

1

n

n∑
i=1

G2(xi)≤ 256 β2
}
.

Ainsi, pour t > 0, nous avons

IP
{∥∥∥ n∑

i=1

εig(Xi)
∥∥∥
G
> t
}
≤∫

Fn∩Gn

IP
{∥∥∥ n∑

i=1

εig(xi)
∥∥∥
G
> t
}
µn(dx) + µn(F c

n) + µn(Gc
n), (A.8)

où µn désigne la mesure produit associée au n-échantillon (X1, . . . , Xn). Dans un premier
temps, nous cherchons à borner le terme de gauche dans (A.8). En appliquant un résultat
de Jain et Marcus (1978) [79] concernant les processus subgaussiens (ici de Rademacher),
nous obtenons que, pour n’importe quel vecteur de réalisations x ∈ X n,

IE
∥∥∥ n∑
i=1

εig(xi)
∥∥∥
G
≤ IE

∣∣∣ n∑
i=1

εig0(xi)
∣∣∣+ L

√
n

∫ ∞

0

√
logN(ε,G, dn,2) dε, (A.9)
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avec L constante universelle et g0 fonction arbitraire appartenant à G. Nous pouvons
également trouver une version de ce résultat dans le livre de Van der Vaart et Wellner
(1996), corollaire 2.2.8, p. 101, [145]. Via l’inégalité de Cauchy-Schwartz, nous avons sur
le sous-ensemble Fn de X n,

IE
∣∣∣ n∑
i=1

εig0(xi)
∣∣∣≤{ n∑

i=1

g2
0(xi)

}1/2

≤ 8
√
nσ. (A.10)

De plus, pour x ∈ Fn et g1, g2 ∈ G,{
dx
n,2(g1, g2)

}2
=

1

n

n∑
i=1

{
g1(xi)− g2(xi)

}2

≤ 2

n

n∑
i=1

{
g2
1(xi) + g2

2(xi)
}

≤ 4× 64σ2.

En d’autres termes, la distance L2(IPn) au carré entre 2 fonctions choisies arbitrairement
dans G est inférieure ou égale à 256σ2, lorsque x ∈ Fn. Il s’ensuit, N(ε,G, dn,2) = 1 pour
ε > 16σ, lorsque x ∈ Fn.
Soit Qn = 1/n (δx1 + . . . + δxn) ≡ IPn la mesure empirique associée à l’échantillon x =
(x1, . . . , xn). Lorsque x ∈ Gn, nous avons la borne

√
Qn(G2) ≤ 16β. En remarquant que

N(ε,G) décroit en ε, nous obtenons, pour tout x ∈ Gn,

N(ε,G, dn,2) = N
(√

Qn(G2) ε
/√

Qn(G2), G, dn,2
)

≤ N
(√

Qn(G2) ε
/
16β, G, dn,2

)
(car x ∈ Gn ⇒

√
Qn(G2) ≤ 16β)

≤ sup
Q
N
(√

Q(G2) ε
/
16β, G, dQ

)
= N(ε/16β,G). (A.11)

Nous rappelons l’hypothèse (C.2),

N(ε,G)≤Cε−ν avec 0 < ε < 1.

On pose ε1 := ε/16β par convenance. Pour 0 < ε≤ 16σ, nous avons bien l’encadrement
suivant

0 < ε1≤
σ

β
≤ 1.

Nous concluons que, via (A.11), pour x ∈ Gn et 0 < ε≤ 16σ,

N(ε,G, dn,2)≤Cε−ν1 = C
{16β

ε

}ν
.

On rappelle que C1 = C1/ν ∨ e. Ainsi sur Fn ∩Gn, nous avons∫ ∞

0

√
logN(ε,G, dn,2) dε
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=

∫ 16σ

0

√
logN(ε,G, dn,2) dε+

∫ ∞

16σ

√
logN(ε,G, dn,2) dε

≤
∫ 16σ

0

√
log
(
C
{16β

ε

}ν)
dε (ε > 16σ ⇒ N(ε,G, dn,2) = 1 sur Fn)

≤

√∫ 16σ

0

log
({C116β

ε

}ν)
dε

≤ A5σ
√
ν log(C1β/σ), (A.12)

où la dernière inégalité suit après quelque intégration par partie.

Remarque A.3.1 On note immédiatement que l’expression log(C1β/σ) nous permet
d’obtenir du log(1/hn) lors de l’application du résultat A.3.2 dans nos démonstrations.
Pour cela, il suffit de contrôler en hn la variance de la classe G (cf. p. 1406 de [99]).

En combinant (A.9) avec (A.10) et (A.12), il s’ensuit, sur Fn ∩Gn,

IE
∥∥∥ n∑
i=1

εig(xi)
∥∥∥
G
≤A6σ

√
νn log(C1β/σ), (A.13)

où A6 désigne une constante absolue. Cette dernière inégalité (A.13) entraîne, pour
t ≥ 96A6σ

√
νn log(C1β/σ) et lorsque x = {x1, . . . , xn} ∈ Fn ∩Gn,

IP
{∥∥∥ n∑

i=1

εig(xi)
∥∥∥
G
≥ t
}

≤ IE
∥∥∥ n∑
i=1

εig(xi)
∥∥∥
G
× t−1

≤ 1

96
.

En conséquence, d’après (A.8), il reste à démontrer que

µn(F c
n) + µn(Gc

n)≤
1

32
.

Et alors, nous pouvons poser tn = 96A6σ
√
νn log(C1β/σ) ou A7 ≥ 96A6 puis conclure.

Pour borner µn(Gc
n), nous utilisons l’inégalité de Markov,

µn(Gc
n) = IP

{ n∑
i=1

G2(Xi)>n256β2
}

≤
IE
[
G2(X)

]
256β2

≤ 1

256
(par définition de β).

Enfin, il faut démontrer l’inégalité suivante :

µn(F c
n) = IP

{
sup
g∈G

n∑
i=1

g2(Xi) > n64σ2
}
≤ 7

256
.
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C’est maintenant que nous allons faire usage de l’obscure condition (C.4) et du lemme de
Giné et Zinn (the “square root trick”) :

sup
g∈G

‖g‖∞≤
1

4

√
nσ2

ν log
(
C1β/σ

) =: M.

En appliquant le résultat A.3.3 pour le choix de t = 64
√
nσ2 et en ajustant les diverses

constantes convenablement, nous obtenons, pour m ≥ 1,

µn(F c
n) ≤ 4µn

{
x : N(ρ/n1/4,G, dn,2) ≥ m

}
+ 8m exp

{
− t
√
n/
(
64M2

)}
= 4µn

{
x : N(ρ/n1/4,G, dn,2) ≥ m

}
+ 8m exp

{
− 16ν log(C1β/σ)

}
On rappelle que,

ρ = min
{√

t/8, n1/4
}

= min
{
n1/4σ, n1/4

}
,

ce qui entraîne, pour σ < 1,

µn(F c
n)≤ 4µn

{
x : N(σ,G, dn,2) ≥ m

}
+ 8m exp

{
− 4(ν + 1) log(C1β/σ)

}
.

Ensuite, sur l’événement ou sous-ensemble Gn, nous avons

N(ε,G, dn,2)≤C
{16β

ε

}ν
.

En choisissant m =
3

2
× C

{16β

ε

}ν
.

µn(F c
n) ≤ 4µn

{
x : N(σ,G, dn,2)≥m

}
+ 12C

{16β

ε

}ν
exp

{
− 4ν log(C1β/σ)

}
≤ 1

64
+ 12C (C1β/σ)−4

≤ 1

64
+

1

256
=

7

256
2

Il est possible d’étendre ce résultat en affaiblissant la condition (C.4), qui est quelque peu
restrictive ou du moins plus difficile à manipuler. Il s’ensuit le corollaire suivant, toujours
d’après Einmahl et Mason (2005) [43] :

Corollaire A.3.1 Einmahl et Mason (2005)
Soit G une classe de fonctions comme ci-dessus, satisfaisant les conditions (C.1–3) et, à
la place de (C.4),

(C.5) sup
g∈G

‖g‖∞≤U , où σ0 ≤ U ≤ C2

√
nβ et C2 =

1√
2ν logC1

.

Nous avons,

IE
∥∥∥ n∑
i=1

εig(Xi)
∥∥∥
G
≤A7

{
σ0

√
ν n log

(
C1β/σ0

)
+ 2 ν U log

(
C3n(β/U)2

)}
,

avec C3 = C2
1/16ν et A7 définie en (A.7).
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La démonstration se scinde en deux parties.

1] Lorsque

U ≤ 1

4
√
ν
×

√
nσ2

0

log
(
C1β/σ0

) ,
en appliquant le résultat A.3.4 avec σ = σ0, nous obtenons

IE
∥∥∥ n∑
i=1

εig(Xi)
∥∥∥
G
≤A7

√
ν n σ2

0 log
(
C1β/σ0

)
. (A.14)

2] Lorsque
1

4
√
ν
×

√
nσ2

0

log
(
C1β/σ0

) < U ≤ C2

√
nβ.

En remarquant que la fonction t→ t2
{

log(t−1)
}−1 est monotone, il est possible de trouver

un unique σ ∈]σ0, β] tel que

U =
1

4
√
ν
×
√

nσ2

log
(
C1β/σ

) =

√
n

4
√
ν
× σ√

log
(
C1β/σ

) . (A.15)

Il s’ensuit, via (A.15),

IE
∥∥∥ n∑
i=1

εig(Xi)
∥∥∥
G
≤A7

√
ν n σ2 log

(
C1β/σ

)
= 4A7νU × log

(
C1β/σ

)
. (A.16)

On rappelle que, par définition, C1 ≥ e et donc C1β/σ ≥ e d’après la définition de
σ ∈]σ0, β]. On obtient alors,

1

σ
≤ 1

σ
×
√

log
(
C1β/σ

)
=

√
n

4U
√
ν

en utilisant encore la définition de U en (A.15).

Il s’ensuit,

C1
β

σ
≤ C1

4
√
ν
×
√
nβ

U
:=
√
C3 ×

√
nβ

U
.

D’après (A.16) et l’inégalité ci-dessus, nous avons :

IE
∥∥∥ n∑
i=1

εig(Xi)
∥∥∥
G
≤ 2A7νU × log

(
C3n(β/U)2

)
. (A.17)

En combinant (A.14) et (A.17) la démonstration du corollaire est achevée. 2

Ce dernier corollaire peut être combiné au résultat A.3.1 pour obtenir des versions direc-
tement applicables (cf. théorème 2.1 et corollaire 2.2, p. 909-910, [56] et surtout l’inégalité
1, p. 1406, de Mason [99]). Nous citons également la section 19.6, de Van der Vaart (1998)
[146], pour d’autres résultats concernant les inégalités maximales mais avec des conditions
sur le nombre de crochets ou “bracketing number ” (cf. lemme 19.34).
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Exemple de classe mesurable ponctuellement

Dans cette sous-section, nous allons donner un exemple de classe [m.p.] suffisant pour la
plupart de nos applications. Soit K(·) une fonction à valeurs réelles, continue à droite et
définie sur IR. Nous introduisons la classe de fonctions

G =
{
K(γ ·+ t) : γ ∈ IR, t ∈ IR

}
.

D’après le lemme 5.1 de Deheuvels et Mason (2004) [29], nous avons l’assertion suivante :

Lemme A.3.3 La classe de fonctions G est mesurable ponctuellement.

D’après la définition A.3.7, il faut démontrer l’existence d’une sous-classe dénombrable
de fonctions G0, telle que

∀g ∈ G,∃ (gm)m ≥ 1 ∈ G0 vérifiant gm(x) → g(x), x ∈ IR.

On dénote par IQ l’ensemble des nombres rationnels et on introduit la classe de fonction

G0 =
{
K(γ ·+t) : γ ∈ IQ, t ∈ IQ

}
,

cette classe étant clairement dénombrable et contenue dans G. Pour n’importe quelle
fonction g(u) = K(γu+ t) ∈ G, u ∈ IR, nous posons, pour m ≥ 1,

gm(u) = K(γmu+ tm), avec γm =
1

m2
bm2γc+

1

m2
et tm =

1

m
bmtc+

2

m
.

Soient εm = γm − γ et δm = tm − t. On peut alors décomposer la différence

∆m := γmu+ tm − (γu+ t) = εmu+ δm,

pour u ∈ IR fixé. En utilisant les encadrements suivants,

bm2γc≤ m2γ < bm2γc+ 1 et

bmtc≤ mt < bmtc+ 1,

nous obtenons,

0 < εm≤
1

m2
et

1

m
< δm≤

2

m
.

Ainsi, pour m suffisamment grand, il s’ensuit

∆m = δm
(
1 + o(1)

)
> 0.

Donc γmu + tm se trouve bien à droite de γmu + t. Ceci, combiné avec la continuité à
droite de la fonction K et le fait que γmu+ tm → γmu+ t, implique

lim
m→∞

gm(u) = g(u), ∀u ∈ IR.

La démonstration est alors achevée. 2
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Ce lemme se généralise aisément pour K(·) fonction à valeurs réelles, continue à droite
et définie sur IRp. En conclusion, la continuité à droite de la fonction K(k)(·) nous assure
que la classe de fonctions

IKk =
{
K(k)

(x− ·
h

)
: x ∈ IRp, h > 0

}
est bien mesurable ponctuellement. Lorsqu’on passe aux autres classes de fonctions (cf.
démonstration de la borne supérieure, arguments précédents le Lemme 2.4.5), on s’appuie
sur la continuité des fonctions c(·) et d(·).
Condition d’entropie pour le produit de classes de fonctions

Nous présentons un lemme utile concernant l’entropie ou nombre de recouvrement du
produit de classes de fonctions mesurables. En suivant précisément l’argumentation de
Einmahl et Mason (2000), nous obtenons que le produit de deux classes de fonctions
mesurables à nombre de recouvrement polynomial, l’une étant uniformément bornée et
l’autre possédant une fonction enveloppe à valeurs finies, reste une classe de fonctions à
nombre de recouvrement polynomial. Cette dernière propriété est très utile, au cours de
la démonstration de nos théorèmes, afin d’appliquer la borne exponentielle de Talagrand
combinée au contrôle de la norme L1 du supremum du processus empirique symétrisé
démontré par Einmahl et Mason.

Soient F et G deux classes de fonctions mesurables, à valeurs réelles et définies sur X . La
classe F est supposée uniformément bornée, c’est à dire il existe une constante MF > 0
telle que

sup
x∈X

|f(x)| = ‖f‖∞≤MF , pour chaque f ∈ F .

La classe G vérifie la condition d’entropie notée [E ], i.e.

sup
g∈G

|g(x)| ≤G(x), x ∈ X ,

avec G : X → IR fonction enveloppe mesurable à valeurs finies. Nous avons également,
pour νG, νF , CG, CF , des constantes convenablement choisies,

N
(
ε[Q(G2)]1/2,G, dQ

)
≤CG ε−νG , 0 < ε < 1, (A.18)

et
N
(
εMF ,F , dQ

)
≤CF ε−νF , 0 < ε < 1, (A.19)

où la première inégalité est valable pour toutes les mesures de probabilité Q telles que
0 < Q(G2) <∞ d’après (2.20), et la seconde est vraie pour toute mesure de probabilité Q.
Nous rappelons que les hypothèses (A.18) et (A.19) spécifient exactement que les classes
G et F sont à nombre de recouvrement polynomial.

Lemme A.3.4 Sous les hypothèses précédentes, nous avons,

N
(
εMF [Q(G2)]1/2,FG, dQ

)
≤CFG ε−(νG+νF ), 0 < ε < 1,

pour une certaine constante CFG > 0 finie.

130



A.3. Inégalités exponentielles en dimension infinie

Nous suivons la démonstration du lemme A.1, p. 35-36, de Einmahl et Mason (2000) [42].
Les deux inégalités (A.18) et (A.19) nous assurent l’existence d’un nombre nG ≤CG ε−νG
de fonctions g1, . . . , gnG et d’un nombre nF ≤CF ε−νF de fonctions f1, . . . , fnF tels que

sup
g∈G

min
1≤ j≤nG

dQ(g, gj)≤ ε[Q(G2)]1/2, (A.20)

et
sup
f∈F

min
1≤ i≤nF

dQ(f, fi)≤ εMF . (A.21)

Ces inégalités sont une conséquence directe de la définition du nombre de recouvrement.

Remarquons que (A.21) est vraie pour n’importe quelle mesure de probabilité, en parti-
culier on peut écrire

sup
f∈F

min
1≤ i≤nF

dQ̃(f, fi)≤ εMF ,

où Q̃ est la mesure associée à la Q-fonction de densité x→ G2(x)/Q(G2). Il s’ensuit,

sup
f,g

min
i,j

dQ
(
f ·g, fi·gj

)
≤ sup

f,g
min

1≤ j≤nG
dQ(f ·g, f ·gj) + sup

f,g
min

1≤ i≤nF
dQ(f ·g, fi·g)

≤ MF sup
g∈G

min
1≤ j≤nG

dQ(g, gj) + sup
f∈F

min
1≤ i≤nF

dQ(G·f,G·fi)

≤ MF × ε[Q(G2)]1/2 + [Q(G2)]1/2 × sup
f∈F

min
1≤ i≤nF

dQ̃(f, fi)

≤ 2εMF [Q(G2)]1/2.

La dernière inégalité implique,

N
(
2εM [Q(G2)]1/2,FG, dQ

)
≤CF CG ε−(νG+νF ),

ce qui clôt la démonstration. 2

Nous terminons cette section par quelques inégalités qui sont utiles à nos démonstrations.

-Quelques inégalités utiles

Pour l’étude de l’intégrabilité de sommes de variables aléatoires indépendantes, il existe
plusieurs types d’inégalités, dont certaines célèbres sont isopérimétriques (inégalités de
concentration). Pour notre part, nous présentons une version de la fameuse inégalité de
Hoffman-Jørgensen, notée inégalité [H-J], qui introduit une notion d’équivalence entre
différents modes de convergence. Plus précisément, si les sommes de variables aléatoires
sont contrôlées en probabilité, on peut en déduire des bornes pour la norme Lp (p > 0)
de cette somme, en s’assurant que le maximum parmi les variables aléatoires est bien
borné pour la norme Lp. La version énoncée de l’inégalité [H-J] concerne des variables
aléatoires symétriques, ce qui est bien le cas dans (A.6), d’après la définition des variables
de Rademacher. Ci-dessous, B désigne un espace de Banach.
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Proposition A.3.1 Inégalité [H-J]
Soit 0 < p < ∞ et soient

{
Xi

}
i≤N des variables aléatoires indépendantes dans Lp(B).

Posons SN =
∑N

i=1Xi. Lorsque les Xi sont symétriques, et t0 = inf
{
t > 0; IP{SN > t} ≤

(8 · 3p)−1
}
, alors, nous avons,

IE‖SN‖p ≤ 2 · 3p IE
[
max
i≤N

‖Xi‖p
]

+ 2 (3t0)
p.

Confer les pages 156 et 157, [89]. 2

La proposition A.3.1 est utilisée dans la démonstration de (A.6) avec p = 1. Cette propo-
sition permet d’établir aisément des équivalences de moments comme le montre le théo-
rème 6.11, p. 158-159, [89]. Ces équivalences incluent notamment la partie indépendante
du lemme de Borel-Cantelli.

L’inégalité maximale de Montgomery-Smith, (1993) [101] :

IP
{

max
1≤m≤n

‖αm‖G > t
}
≤ 9IP

{
‖αn‖G >

t

30

}
, pour tout t > 0. (A.22)

Cette inégalité est, par nature, applicable lors de démonstration de résultats presque sûrs.
Par exemple, nous avons l’inégalité suivante

IP
{

max
nk−1<n≤nk

‖αn‖G > t
}
≤ 9IP

{
‖αnk

‖G >
t

30

}
, pour tout t > 0.

A.4 La loi du logarithme itéré multidimensionnelle
Le but de cette section est de présenter la démonstration complète de la Loi du Loga-
rithme Itéré de Hartman-Wintner dans le cadre multivarié. Soit y ∈ IRd, un vecteur
arbitraire. On note yT le vecteur transposé de y vérifiant

yTy =
d∑
i=1

y2
i = ‖y‖2,

où ‖ · ‖ := ‖ · ‖d dénote la norme euclidienne dans IRd et yi désigne la i-ième composante
du vecteur y.

Le lemme qui suit est un outil essentiel de la démonstration de la loi du logarithme
itéré pour la fonction de répartition empirique. Cette loi fonctionnelle du logarithme itéré
complète notamment les travaux de Strassen (1964) [131]. Soient 0d et Id le vecteur nul
et la matrice identité d-dimensionnels respectivement.

Lemme A.4.1 Finkelstein (1971)
Soient Y, Y1, Y2, . . ., des vecteurs aléatoires à valeurs dans IRd indépendants et identique-
ment distribués, tels que IE[Y ] = 0d et IE[Y TY ] = Id. Nous posons, pour n ≥ 3,

Zn :=
n∑
i=1

Yi

/√
2n log2 n.
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Alors, la suite
{
Zn : n ≥ 3

}
est presque sûrement relativement compacte et a pour en-

semble limite L = Bd =
{
y ∈ IRd : ‖y‖ ≤ 1

}
.

Lorsque d = 1 les variables Yi sont à valeurs réelles et nous pouvons donc appliquer le
théorème de Hartman-Wintner qui spécifie : pour X, X1, X2, ... des variables aléatoires
réelles i.i.d. telles que IE[X] = 0 et Var[X] = IE[X2] = σ2, nous avons la loi du logarithme
itéré suivante ∑n

i=1Xi√
2n log2 n

p.s.
; [−σ, σ],

où la notation p.s.
; signifie presque sûrement relativement compacte, c’est à dire la suite

ci-dessus est p.s. relativement compacte avec comme ensemble limite l’intervalle [−σ, σ].
A présent, pour tout vecteur y dans IRd, les variables yTY , yTY1, yTY2, ..., sont i.i.d. à
valeurs réelles. En conséquence, nous obtenons, d’après la LLI de Hartman-Wintner et la
propriété de séparabilité de IRd,

lim sup
n→∞

yTZn
p.s.
= ‖y‖, ∀y ∈ IRd. (A.23)

Il s’ensuit, d’après (A.23),

comme < y, Zn >= yTZn ≤ ‖y‖ × ‖Zn‖

‖y‖ ≤ lim sup
n→∞

‖Zn‖ × ‖y‖ (en passant à la limsup)

donc lim sup
n→∞

‖Zn‖ ≥ 1,

toutes les inégalités ci-dessus étant vraies presque sûrement.

La prochaine étape consiste à démontrer que, via (A.23), lim supn→∞ ‖Zn‖
p.s.
= 1 exacte-

ment. Nous supposons que lim supn→∞ ‖Zn(ω)‖ = 1 + η. Il est alors possible de choisir
une suite (yn)n≥3 de vecteurs dans IRd de norme 1 tels que ∀n ≥ 3, cos(yn, Zn) = 1 (i.e.
chaque direction yi est orthogonal au d-vecteur Zi). Nous avons

lim sup
n→∞

yTnZn = lim sup
n→∞

‖Zn‖ × ‖yn‖ × cos(yn, Zn) = 1 + η.

L’ensemble
{
y ∈ IRd : ‖y‖ = 1

}
est compact donc la suite (yn)n≥3 admet une limite l de

norme 1 également. En utilisant (A.23), il s’ensuit

lim sup
n→∞

yTnZn = ‖l‖ = 1 p.s.,

donc η = 0. En conséquence
lim sup
n→∞

‖Zn‖ = 1 p.s.,

c’est à dire l’ensemble de points limites L de la suite {Zn : n ≥ 3} est contenu dans la
boule unité Bd d-dimensionnelle presque sûrement.
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Pour la borne inférieure, nous utiliserons un argument de récurrence sur la dimension après
avoir démontré que chaque point de la sphère unité est atteint par l’ensemble limite. Soit
Sd =

{
y ∈ IRd : ‖y‖ = 1

}
la sphère unité dans IRd. D’après (A.23), ∀y0 ∈ Sd,

lim sup
n→∞

yT0 Zn
p.s.
= ‖y0‖ = 1.

On évalue à présent la distance entre y0 et Zn,∥∥Zn − y0

∥∥2 ≤ ‖y0‖2 + ‖Zn‖2 − 2yT0 Zn.

En passant à la limite supérieure des deux cotés, nous obtenons clairement que cette
distance tend presque sûrement vers 0. Donc chaque point de la sphère est atteint par la
suite (Zn)n≥3, avec probabilité 1.

Nous considérons alors des variables auxiliaires V1, V2, ..., i.i.d., à valeurs réelles, centrées
réduites et indépendantes des vecteurs Yi et nous construisons des vecteurs aléatoires à
valeurs dans IRd+1 centrés et de matrice de variance-covariance identité,

Ri := (Yi, Vi), ∀ i ∈ IN.

Soit Z∗
n =

∑n
i=1Ri/

√
2n log2 n. En utilisant un argument de récurrence, chaque point

de la sphère de dimension d + 1 est presque sûrement atteint par la suite {Z∗
n : n ≥ 3}.

Ainsi, l’ensemble de points limites L∗ associé à la suite {Z∗
n : n ≥ 3} contient Sd+1. En

appliquant la projection π définie par

π : IRd+1 −→ IRd

(x1, ..., xd+1) −→ (x1, ..., xd)

nous obtenons que l’ensemble de points limites de la suite {π(Z∗
n) : n ≥ 3} contient

π(Sd+1), i.e. l’ensemble de points limites L de la suite {Zn : n ≥ 3} contient Bd (ces
assertions étant vraies presque sûrement). 2

Lorsque la matrice de variance-covariance associée aux Yi est supposée strictement définie
positive ou inversible, il s’ensuit le corollaire suivant.

Corollaire A.4.1 Soient Y , Y1, Y2, ... des vecteurs aléatoires i.i.d. à valeurs dans IRd

tels que IE[Y ] = 0d et IE
[
Y TY

]
= Σ avec Σ strictement définie positive. Soit

Zn =
n∑
i=1

Yi

/√
2n log2 n,

alors la suite
{
Zn
}
n≥3

est presque sûrement relativement compacte et a pour ensemble
limite l’ellipsoïde EΣ =

{
y ∈ IRd : yTΣ−1y ≤ 1

}
.

La matrice de variance-covariance Σ étant inversible, nous pouvons normaliser les variables
{Yi : 1 ≤ i ≤ n} en leur appliquant l’opérateur linéaire Σ−1/2 : IRd → IRd. On pose
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ψ(·)

Xi = Σ−1/2Yi. Il s’ensuit IE[X1] = 0d et IE[XT
1 X1] = Σ−1/2 Σ Σ−1/2 = Id. Donc, nous

obtenons,
n∑
i=1

{
Σ−1/2Yi

}/√
2n log2 n

p.s.
; Bd.

Il s’ensuit,
n∑
i=1

Yi

/√
2n log2 n

p.s.
; Σ1/2

(
Bd
)
.

Examinons l’ensemble limite Σ1/2
(
Bd
)
. Soit z un vecteur de IRd appartenant à Σ1/2

(
Bd
)
.

Nous avons,

z = Σ1/2y pour un certain y ∈ Bd
y = Σ−1/2z

yTy = (Σ−1/2z)TΣ−1/2z
= zTΣ−1/2Σ−1/2z
= zTΣ−1z,

ce qui clôt la démonstration. 2

A.5 Continuité des fonctions rψ(·), mψ(·) et σ2
ψ(·)

Soit
fY |X(y|x) =

fX,Y (x, y)

fX(x)
,

la densité conditionnelle de Y sachant X = x. On rappelle les hypothèses classiques sur
la distribution du couple (X,Y ) :

(F.1) fX,Y (·, ·) est continue sur J × IR ;

(F.2) fX(·) est continue et strictement positive sur J ;

(F.3) Y II{X ∈ J} est bornée ;

Fixons x ∈ J . Soit {xn : n ≥ 1} une suite de points dans J telle que xn → x, lorsque
n→∞. Les hypothèses (F.1) et (F.2) entraînent

lim
n→∞

fY |X(y|xn) → fY |X(y|x), pour tout y ∈ IR.

Le théorème de Lebesgue implique alors,

lim
n→∞

∫
IR

{
fY |X(y|xn)− fY |X(y|x)

}
II
{
0≤ fY |X(y|xn)≤ fY |X(y|x)

}
dy = 0.

Via le théorème de Scheffé, nous obtenons plus précisément, lorsque z → x,

D(z, x) :=

∫
IR

∣∣fY |X(y|z)− fY |X(y|x)
∣∣dy → 0.
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A présent, en utilisant le fait que ψ(·) est bornée sur les intervalles compacts combiné à
(F.3), nous obtenons, pour p ∈ IN,

Ip(z, x) :=
∣∣∣ ∫

IR

ψp(y)
{
fY |X(y|z)− fY |X(y|x)

}
dy
∣∣∣ ≤ cpD(z, x) → 0,

où c dénote une constante finie. Cette dernière inégalité appliquée lorsque p = 1, 2 entraîne
la continuité sur J des fonctions rψ(·), mψ(·) et σ2

ψ(·).

A.6 Construction des noyaux d’ordre élevés

Dans cette section, nous présentons une méthode élégante permettant la construction de
noyaux d’ordre l et plus généralement des noyaux d’ordre (s, l), lorsque (s, l) ∈ IN2 tels
que 0 < s ≤ l − 2.

Définition A.6.1 Une fonction mesurable L : IR → IR est appelée noyau d’ordre (s, l),
si elle vérifie :

∫
IR

xjL(x)dx =



0 pour j ∈ {0, . . . , s− 1, s+ 1, . . . , l − 1},

(−1)(s)s! pour j = s,

cl 6= 0 pour j = l.

(A.24)

Nous rappelons qu’un noyau d’ordre (s, l) est approprié pour l’estimation de dérivées
s-ièmes de fonctions appartenant à C l(IR).

Lemme A.6.1 Si un noyau K est d’ordre l et s-fois différentiable, alors K(s) est un
noyau d’ordre (s, l).

On a ∫
IR

K(u)du = 1 ⇒ (−1)(s)

s!

∫
IR

usK(s)(u)du = 1,

2

Pour illustrer l’utilité des noyaux d’ordre (s, l), on considère l’exemple de l’estimation de
la dérivée s-ième de la densité f (s)

X ,

f̂
(s)
X;n(x) =

1

nhs+1

n∑
i=1

K(s)
(x−Xi

h

)
, x ∈ IR.

On suppose le noyau K à support compact. Le biais de l’estimateur à noyau de la dérivée
d’ordre s de la fonction de densité s’écrit, après intégrations par parties,

IE
[
f̂

(s)
X;n(x)

]
− f

(s)
X (x) =

∫
IR

h−sK(s)(u)fX(x− hu)du− f
(s)
X (x)
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=

∫
IR

{
f

(s)
X (x− hu)− f

(s)
X (x)

}
K(u)du.

Si la densité fX(x) admet des dérivées jusqu’à l’ordre l bornées dans un voisinage du point
x, via le développement de Taylor on obtient,

IE
[
f̂

(s)
X;n(x)

]
=

l−1∑
j=1

hj−s
(−1)j

j!
f

(j)
X (x)

∫
ujK(s)(u)du+O(hl−s). (A.25)

D’après (A.25) et (A.24), l’utilisation d’un noyau K(s) d’ordre (s, l) permet de réduire le
biais de f̂ (s)

X;n(x) à l’ordre O(hl−s).

Construction d’un noyau d’ordre (s, l)

On peut construire des noyaux d’ordre élevé en utilisant des polynômes par morceaux
([127], [102] et [54]) ou via une transformation de Fourier ([30], Hall and Marron (1987)).
Dans cette section, on s’intéresse à la théorie développée par Berlinet ([8]), qui permet de
classer les différents noyaux à partir d’une belle hiérarchisation fondée sur la théorie des
espaces autoreproduisants.

En suivant l’article de Berlinet, il est possible de formuler une caractérisation des noyaux
d’ordre élevés équivalente à (A.24). On pose l = r + 1. Tout au long de cette section, on
dénote par Vr l’espace des polynômes de degré au plus r.

Définition A.6.2 Une fonction mesurable K est appelée noyau d’ordre (s, r + 1) si et
seulement si 

∀P ∈ Vr,
∫

IR

P (x)K(x)dx = P (s)(0)

et
∫

IR

xr+1K(x)dx = cr+1 6= 0.

En d’autres termes, si K est un noyau d’ordre (s, r + 1), la forme linéaire sur Vr

P →
∫

IR

P (x)K(x)dx (A.26)

est l’évaluation de P (s) au point zéro, d’après A.6.2. Ceci nous conduit à introduire la
notion de sous-espace de Hilbert à noyau autoreproduisant de l’espace L2 et plus particu-
lièrement des espaces de polynômes car sur de tels espaces, les applications telles (A.26)
ont une représentation agréable en termes de bases orthogonales. On utilisera comme dé-
nomination leur abréviation anglo-saxonne RKHS correspondant à Reproducing Kernel
Hilbert Subspaces . La construction d’une hiérarchie entre noyaux d’ordre élevé est éta-
blie à partir de la théorie des espaces autoreproduisants, via une succession de noyaux
autoreproduisants appliqués à un noyau de base.
Soit K0 dénotant une fonction de densité (notre noyau de base) et soit V le RKHS de
L2(K0). L’espace de fonctions V muni du produit scalaire (ϕ, ψ) =

∫
ϕ(x)ψ(x)K0(x)dx
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est un espace de Hilbert de fonctions à valeurs réelles et il existe une fonction K(x, y)
(appelée le noyau autoreproduisant) telle que∀x ∈ IR, K(x, ·) ∈ V ;

∀ϕ ∈ V, ∀x ∈ IR,

∫
IR

K(x, u)ϕ(u)K0(u)du = ϕ(x).

La dernière égalité est la propriété de reproduction. L’existence du noyau autoreproduisant
K est équivalent à la continuité sur V de toutes les évaluations de la forme f → f(x).
Si la suite {ϕi}i∈I⊆IN est une base orthonormale dans V , il s’ensuit la décomposition ou
écriture suivante :

∀x ∈ IR, K(x, ·) =
∑
i∈I

ϕi(x)ϕi(·).

Si K0 a ses moments finis jusqu’à l’ordre 2r, alors Vr, l’espace des polynômes de degré
au plus r, est un RKHS de L2(K0) comme n’importe quel sous-espace de fonctions de
dimension finie. Soit (Pi)0≤i≤r la suite des (r+1) premiers polynômes orthonormaux dans
L2(K0). Pour s ∈ IN, nous posons

K(s)
r (x, y) =

r∑
i=0

P
(s)
i (y)Pi(x) =

r∑
i=s

P
(s)
i (y)Pi(x),

car les polynômes Pi sont exactement de degré i. La fonction K(s)
r (x, y) représente la

dérivation d’ordre s.

Lemme A.6.2 Pour tout ϕ ∈ L2(K0),∫
IR

ϕ(x)K(s)
r (x, y)K0(x)dx =

ds
(
Πr(ϕ)

)
dxs

(y),

où Πr dénote la projection de L2(K0) sur Vr.

Soit Q(x) =
∑r

i=0 αiPi(x) un polynôme de degré au plus r. Nous avons∫
IR

K(s)
r (x, y)Q(x)K0(x)dx =

r∑
i=0

αiP
(s)
i (y) = Q(s)(y).

Il s’ensuit, pour ϕ ∈ L2(K0),∫
IR

K(s)
r (x, y)ϕ(x)K0(x)dx =

∫
IR

K(s)
r (x, y)Πr(ϕ)(x)K0(x)dx =

ds
(
Πr(ϕ)

)
dxs

(y).

2

D’après (A.26) et le lemme A.6.2, le produit K(s)
r (·, 0)K0(·) désigne exactement un noyau

d’ordre (s, r + 1) (confer également les théorèmes 73 et 78, p. 138 et 159, [9]).
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Théorème A.6.1 Soient P un polynôme de degré au plus r, K0 une densité dont les
premiers moments sont finis jusqu’à l’ordre (2r + 1) et Kr le noyau autoreproduisant de
l’espace Vr dans L2(K0). Alors, P (x)K0(x) est un noyau d’ordre (s, r+1) si et seulement
si 

∀x ∈ IR, P (x) = K(s)
r (x, 0)

∫
IR

xr+1P (x)K0(x)dx = cr+1 6= 0.

Soit R(x) ∈ Vr un polynôme de degré au plus r qui admet donc une décomposition dans
la base {1, x, x2, . . . , xr}. Nous avons∫

IR

R(x)P (x)K0(x)dx =

∫
IR

R(x)K(s)
r (x, 0)K0(x)dx = R(s)(0).

2

D’après le théorème A.6.1, la hiérarchie de noyaux associée à K0 est la famille de noyaux :

K(s)
r (x, 0)K0(x) =

r∑
i=s

P
(s)
i (0)Pi(x)K0(x), (r, s) ∈ I2, r ≥ s.

Chaque noyau K(s)
r (x, 0)K0(x) avec un moment d’ordre (r+ 1) fini et non nul est bien un

noyau d’ordre (s, r + 1). En somme, les noyaux peuvent être regroupés dans différentes
hiérarchies possédants la propriété suivante : chaque classe ou hiérarchie de noyaux est
identifiée par une fonction de densité (ou noyau de base) K0, qui appartient à cette classe,
et contient des noyaux d’ordre 2, 3, 4, . . ., produits de polynômes avec K0.

Cette méthodologie développée par Berlinet, (1990) [7], (1993) [8], nous permet de re-
trouver la hiérarchie des noyaux de MSE ou MISE (cf. [54]) asymptotiquement minimale.
La famille des noyaux d’ordre (s, r + 1) de AMISE minimale est identique à la hiérarchie
associée au noyau d’Epanechnikov. On rappelle la définition du noyau d’Epanechnikov
[44],

KE(x) :=
3

4
(1− x2)+, (A.27)

et minimise la AMSE et la AMISE parmi tous les noyaux d’ordre 2, comme nous l’avons
remarqué dans la section 1.4. Les noyaux K d’ordre (s, r + 1) de support [−1, 1] et de
MISE minimale sont solutions du problème suivant :

Minimiser


T (K) =:

{∫ 1

−1
K2(x)dx

}r+1−s∣∣∣ ∫ 1

−1
xr+1K(x)dx

∣∣∣2s+1

,

avec K tel que ,∀P ∈ Vr
∫ 1

−1
P (x)K(x)dx = P (s)(0).

(A.28)

On obtient le théorème suivant :

Théorème A.6.2 Le polynôme solution de (A.28) et de support (−1, 1) est donné par

K(s)
r (x) =

r∑
i=s

P
(s)
i (0)Pi(x)×

3

4
(1− x2)+,

où les Pi sont les polynômes orthogonaux dans L2(KE).
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A.7 Remarque sur le terme de centrage
L’objectif de cette dernière section est de montrer que la différence entre l’espérance de
m̂

(k)
ψ;n(x) et l’approximation ĨE

[
m̂

(k)
ψ;n(x)] est asymptotiquement négligeable.Nous avons,

m̂
(k)
ψ;n(x) =

k∑
j=0

(
k
j

)
r̂
(j)
ψ;n(x)

{
f̂X;n(x)

−1
}(k−j)

,

d’après le développement de Leibniz.

Proposition A.7.1 Lorsque Y est bornée et nh1+2k →∞, nous obtenons,

IE
[
m̂

(k)
ψ;n(x)

]
= ĨE

[
m̂

(k)
ψ;n(x)

]
+O

(
(nh1+2k)−1

)
. (A.29)

La démonstration est similaire à celle de la proposition 1.3.3. 2

Cette dernière proposition nous permet de remplacer, dans nos lois uniformes du loga-
rithme, l’approximation ĨE

[
m̂

(k)
ψ;n(x)] par le terme exact de centrage. Il suffit de constater

que, via (A.29),

sup
x∈I

{
IE
[
m̂

(k)
ψ;n(x)

]
− ĨE

[
m̂

(k)
ψ;n(x)

]}
= o

({ log(h−1
n )

nh2k+1
n

}1/2
)
.

Il s’ensuit le théorème suivant, en reprenant les hypothèses et notations de la section 2.2.

Théorème A.7.1 Supposons (F.1–3), (H.1–3), (K.1–4). Lorsque n→∞, nous avons,∣∣∣{ nh2k+1
n

2 log(1/hn)

}1/2

sup
x∈I

±
{
m̂

(k)
ψ;n(x)− IE[m̂

(k)
ψ;n(x)]

}
− σm(I)

∣∣∣ IP
= o(1).

Supposons (F.1–3), (H.3–5), (K.1–4). Alors, nous obtenons, lorsque n→∞,∣∣∣{ nh2k+1
n

2 log(1/hn)

}1/2

sup
x∈I

±
{
m̂

(k)
ψ;n(x)− IE[m̂

(k)
ψ;n(x)]

}
− σm(I)

∣∣∣ p.s.= o(1).
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