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Résumé

Lors de l’analyse physico-chmique d’une substance multi-composantes par des techniques spectrosco-

piques, les signaux mesurés sont des mélanges linéaires des spectres purs de différentes composantes de

cette substance. L’objectif de l’analyse est d’identifier la composition de la substance via l’estimation

des spectres purs et la détermination de leurs concentrations. C’est un problème de séparation de

sources dans lequel les spectres purs sont les signaux sources et les coefficients de mélange permettent

de déduire les proportions des différentes composantes dans la substance. Dans le cas de données

spectroscopiques, la contrainte principale est la non-négativité des signaux sources et des coefficients

de mélange. Il s’agit donc d’un problème de séparation de sources non-négatives.

La séparation de sources est un problème fondamental en traitement du signal dont une hypothèse

forte est celle de l’indépendance statistique des signaux sources. Compte tenu du recouvrement entre

les spectres purs, leur corrélation mutuelle devient parfois importante. Dans une telle situation, l’ap-

plication d’une méthode fondée sur l’hypothèse d’orthogonalité s’avère infructueuse. Par ailleurs, une

analyse des solutions admissibles sous la contrainte de non-négativité montre que cette contrainte

toute seule ne permet d’obtenir une solution unique que dans certains cas particuliers. Ces deux

constats motivent le développement de deux méthodes qui considèrent conjointement l’hypothèse

d’indépendance et l’information de non-négativité. La première méthode est issue de l’approche de

séparation par maximum de vraisemblance et la deuxième se fonde sur une inférence bayésienne. Une

évaluation numérique des performances des méthodes développées à l’aide de données synthétiques et

le traitement de signaux expérimentaux permettent, d’une part, de mettre en évidence les avantages

de ces méthodes par rapport aux approches usuelles et, d’autre part, de déceler leurs limitations.

Des applications au traitement de signaux réels issus de trois types de spectroscopies (Infrarouge,

Raman et Ultraviolet-Visible) illustrent l’apport de la séparation de sources non-négatives à l’analyse

physico-chimique.
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2.3 Solutions admissibles et conditions d’unicité dans le cas de deux sources . . . . . . . . 29

2.3.1 Solutions admissibles . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 30



iv TABLE DES MATIÈRES
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3.3.3 Séparation en utilisant l’algorithme MCEM . . . . . . . . . . . . . . . . . . . . 60

3.4 Illustration des algorithmes sur des données synthétiques . . . . . . . . . . . . . . . . . 62
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Notations

Notations générales :

R : corps des réels.

C : corps des complexes.

s : les scalaires sont notés par des minuscules.

v : les vecteurs sont notés par des minuscules en gras.

vT : transposé du vecteur v.

M : les matrices sont notées par des majuscules en gras.

MT : transposée de la matrice M .

M∗ : transposée conjuguée de la matrice M .

M−1 : matrice inverse de la matrice carrée M .

M# : inverse généralisée de la matrice M .

detM : déterminant de la matrice M .

Tr(M) : trace de la matrice M .

Diag(v) : matrice diagonale dont la diagonale est le vecteur v.

mk : kème vecteur colonne de la matrice M .

mij : (ij)ème élément de la matrice M .

s(i,k) : kème échantillon du ième signal si.

In : matrice identité de dimension (n × n).

f(x) ∝ g(x) : f(x) est proportionnelle à g(x).

f ′(x) : dérivée première de f(x) par rapport à x.

∇θf(θ) : gradient de la fonction f(θ) par rapport à θ.

Lα : norme α.

p(·) : densité de probabilité.

x ∼ p(x) : x suit une loi de probabilité p(x).

x|y : x conditionnelement à y.

E[·] : espérance mathématique.

Cum[·, . . . , ·] : cumulant.

Γ(·) : fonction gamma.

γ(·, ·) : fonction gamma incomplète.

ψ(·) : fonction digamma.

IK(x) : fonction indicatrice, qui vaut 1 pour x ∈ K.



viii Notations

Densités de probabilité :

U(a, b) : loi uniforme sur l’intervalle [a, b].

N (µ, σ2) : loi normale de moyenne µ et variance σ2.

N+(µ, σ2) : loi normale à support positif, de moyenne µ et variance σ2.

G(α, β) : loi gamma de paramètre de forme α et d’échelle β.

Modèles de mélange et de séparation :

m : nombre de mesures.

n : nombre d’échantillons.

p : nombre de sources.

xk : vecteur de taille (m × 1) contenant les m échantillons des observations à l’instant k.

sk : vecteur de taille (p × 1) contenant les p échantillons des sources à l’instant k.

X : matrice des observations, de dimension (m × n).

A : matrice de mélange, de dimension (m × p).

S : matrice des signaux sources, de dimension (p × n).

E : matrice de bruit sur les observations, de dimension (m × n).

Rx : matrice d’autocovariance des observations, de dimension (m × m).

Rs : matrice d’autocovariance des sources, de dimension (p × p).

Re : matrice d’autocovariance du bruit, de dimension (m × m).

W : matrice de blanchiment, de dimension (p × m).

B : matrice de séparation, de dimension (p × m).

T : matrice de transformation, de dimension (p × p).

U : matrice de transformation unitaire, de dimension (p × p).



Abréviations

ALS : Alternating Least Squares [TIRC93].

BPSS : Bayesian positive source separation [MMDBC04].

MLPSS : Maximum Likelihood Positive Source Separation [MBC05a].

OPA : Orthogonal Projection Approach [STvdBM96].

SIMPLISMA : SIMPLe to use Interactive Self-modeling Mixture Analysis [WG91].

NMF : Non-negative Matrix Factorization [LS99].

PMF : Positive Matrix factorization [PT94, Van97].

NNSC : Non-Negative Sparse Coding [Hoy02].

NNICA : Non-Negative Independent Component Analysis [Plu02].

ICA : Independent Component Analysis [Com94].

PCA : Principal Component Analysis [Hot33].

FastICA : Fast Independent Component Analysis [HO97].

AMUSE : Algorithm for Multiple Unknown Signals Extraction [TLSH91].

SOBI : Second Order Blind Identification [BMCM97].

FOBI : Fourth Order Blind Identification [Car89].

JADE : Joint Approximate Diagonalization of Eigen-Matrices [CS93].

i.i.d : indépendants et identiquement distribués.

MAP : Maximum A Posteriori.

JMAP : Joint Maximum A Posteriori.

MMAP : Marginal Maximum A Posteriori.

EM : Expectation Maximization [DLR77].

SEM : Stochastic Expectation Maximization [CD85].

SAEM : Stochastic Approximation Expectation Maximization [DLM99].

MCEM : Monte Carlo Expectation Maximization [WT90]

MCMC : Markov Chain Monte Carlo [GRS99, Rob99, CSI00].

M-H : Metropolis-Hastings [MRR+53, Has70].

RSB : Rapport Signal à Bruit. Défini par l’équation (5.6)

RSD : Rapport Signal à Distortion. Défini par l’équation (5.8)

IP : Indice de Performance. Défini par l’équation (5.7)
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3.8 Évolution des estimations des coefficients de mélange au cours des itérations de l’algo-

rithme MCEM. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 65
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5.7 Résultat de la séparation en utilisant NNSC : (a,b,c) sources originales (discontinu) et

sources estimées (continu). (d) coefficients de mélange originaux (croix) et coefficients

identifiés (cercles). . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 91
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B.2 Histogrammes de 5000 échantillons simulés en utilisant l’algorithme M-H indépendant. 130

C.1 (a) Distribution conjointe a posteriori des deux paramètres de la distribution gamma,
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Introduction générale

Ce travail a été mené au Centre de Recherche en Automatique de Nancy (CNRS UMR 7039) au sein

du projet ”Signal et Information” du groupe thématique IRIS (Identification, Restauration, Images et

Signaux) dans le cadre de la résolution de problèmes inverses appliquée à la spectroscopie. Ce travail

rentre dans le cadre d’une collaboration avec le Laboratoire de Chimie-Physique et Microbiologie pour

l’Environnement (LCPME, CNRS UMR 7564). L’objectif de cette collaboration est le développement

de méthodes de traitement de signaux spectroscopiques. Un premier aspect concerne l’amélioration de

la lisibilité d’un spectre via la soustraction de la ligne de base et l’estimation du spectre de raies ; il

est traité dans la thèse de mon ami Vincent Mazet [Maz05]. Le deuxième aspect, qui constitue le sujet

de ce travail, consiste à retrouver, à partir d’une collection de spectres enregistrés dans des conditions

physico-chimiques différentes, les spectres des composantes pures présentes au sein des mélanges ainsi

que leurs concentrations.

Problématique

Dans le domaine de la chimie que ce soit académique ou industrielle, l’utilisation des spectromètres

occupe une place très importante. Ces instruments permettent d’accéder à des informations sur la

composition physico-chimique de nombreux matériaux. Ainsi, il est nécessaire de développer des

méthodes d’analyse des spectres fournis par ces instruments en vue de l’extraction de ces informations.

Durant ces trois dernières décennies, l’intérêt croissant porté au traitement de ces données chimiques

a donné naissance à la chimiométrie qui est une discipline qui se fonde sur les mathématiques

appliquées, les statistiques et les techniques du traitement de signal.

Afin d’illustrer la problématique qui nous intéresse, imaginons une situation simple dans laquelle

une réaction chimique est provoquée par le mélange de plusieurs espèces. Un spectromètre est employé

pour enregistrer la réponse du mélange à des fréquences différentes. Des dizaines de spectres peuvent

être accumulées tout au long de la réaction qui peut durer de quelques minutes à quelques heures. Les

données ainsi enregistrées contiennent des informations sur les espèces qui apparaissent ou disparaissent

au cours de la réaction ainsi que sur l’évolution de leurs proportions. Afin de décrire finement la réaction

en utilisant toutes ces mesures, des méthodes statistiques bien adaptées doivent être développées.

Dans la plupart des applications réelles, les réactions chimiques sont très complexes et les espèces ne

sont connues que théoriquement, leurs signatures spectrales ne sont pas disponibles individuellement ;
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parfois même l’évolution de la réaction est imprévisible. L’analyse dans ce cas devient délicate car

il s’agit d’un problème d’identification qui, en reprenant la terminologie utilisée dans le domaine de

l’identification de systèmes dynamiques, peut être qualifié de boite grise ou boite noire. Dans le cas

d’un modèle boite grise certaines informations sur les espèces initiales, intermédiaires et finales ou sur

l’évolution de la réaction sont disponibles, alors que dans un modèle boite noire, mis à part les données

spectrales, aucune connaissance a priori sur les espèces chimiques et sur leurs concentrations n’est

disponible. Ce problème d’identification et de restauration est un problème inverse dont la résolution

doit permettre d’atteindre les objectifs suivants :

1. Déterminer le nombre d’espèces qui interviennent dans le processus en utilisant seulement les

données spectrales mesurées par un spectromètre.

2. Obtenir les spectres purs des différentes espèces en utilisant les données fournies par le spec-

tromètre.

3. Déterminer les concentrations des espèces et différentes caractéristiques physico-chimiques du

système en combinant les résultats de l’analyse avec les connaissances théoriques.

La résolution de ce problème inverse n’est pas aisée car elle nécessite une modélisation réaliste du

processus d’observation avant de passer aux développements méthodologiques. Dans le cadre de cette

thèse, nous considérons que les signatures spécifiques (spectres purs) des différentes espèces restent

inchangées durant les observations par le spectromètre et nous supposons également une contribution

linéaire de ces spectres purs dans le spectre global mesuré par l’instrument. Ce modèle d’observation

nous mène au problème inverse de la séparation de sources dans le cas d’un mélange linéaire invariant.

De plus, étant donné la nature spectrale des données et le caractère positif des abondances des espèces

au cours de la réaction, ce problème de séparation de sources sera soumis aux contraintes de non-

négativité des coefficients de mélange et des signaux sources. Il s’agit donc d’un problème de séparation

de sources non-négatives.

Nous envisageons à travers cette thèse de résoudre un problème de séparation de

sources non-négatives en vue d’une application au traitement de données issues d’une

famille aussi large que possible de spectromètres.

Organisation du document

Une première partie de ce document présente une étude des méthodes existantes afin de mieux

comprendre leur fonctionnement et déceler leur limitations. Une première classe de méthodes consiste

à effectuer une analyse en composantes indépendantes. L’influence de la validité de l’hypothèse

d’indépendance statistique sur les résultats de la séparation est analysée de façon à discuter le cas

où cette approche permet de réaliser la séparation et quelques solutions qui permettent d’améliorer

les performances dans le cas contraire. Une seconde classe de méthodes consiste à effectuer une

factorisation de la matrice de données en un produit de matrices non-négatives. Dans ce cadre,

nous étudions théoriquement les conditions de l’unicité d’une telle factorisation ainsi que, lorsque
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l’unicité n’est pas garantie, le domaine des solutions admissibles. Les résultats de cette première partie

permettent de comprendre l’échec de ce type de méthodes car, dans la majorité des cas, les conditions

d’unicité ne sont pas satisfaites par les signaux de spectroscopie. Les résultats et les discussions de

cette première partie sont présentés dans les chapitres 1 et 2 de ce document.

La deuxième partie de ce document a pour objectif le développement de méthodes de séparation

de sources spectrales. Une première méthode repose sur le principe du maximum de vraisemblance.

Dans ce cadre, nous montrons que l’approche du maximum de vraisemblance peut être appliquée

à la séparation de sources non-négatives en considérant une loi gamma comme modèle probabiliste

qui permet de prendre en compte la non-négativité et la parcimonie des sources. Ce résultat est

très intéressant car il montre que les méthodes d’analyse en composantes indépendantes peuvent

être appliquées au traitement de données spectrales à condition de ne pas imposer de façon stricte

l’orthogonalité des sources et de spécifier a priori leurs distributions. Tous ces développements sont

présentés dans le chapitre 3. La principale limitation de cette approche est de ne pas garantir la

positivité des coefficients de mélange. Une méthode originale qui permet de palier cette limitation

est développée en posant le problème de séparation dans un cadre bayésien. Les signaux sources et

les coefficients de mélange sont supposés distribués selon des lois gamma et le problème d’estimation

conjointe des sources, des coefficients de mélange et des hyperparamètres est résolu en utilisant

les méthodes Monte Carlo par châınes de Markov (MCMC). Le chapitre 4 développe les aspects

théoriques et méthodologiques liés à cette approche. Finalement, les performances des approches

proposées sont évaluées et comparées à celles des approches classiques sur des signaux synthétiques

de formes similaires aux données spectroscopiques. Tous les résultats de ces comparaisons et analyses

de performances sont rapportés dans le chapitre 5.

La troisième partie du document présente une application des méthodes développées à des signaux

expérimentaux fournis par le LCPME. Les résultats de cette partie sont présentés dans le chapitre 6.

Une première expérience est réalisée de façon à tester la méthode sur des données infrarouge dans les-

quelles les spectres purs et leur proportions dans les mélanges sont connus au préalable. Un deuxième

type d’expériences illustre l’application de l’approche bayésienne dans des conditions réelles, en trai-

tant des données issues de trois problèmes d’analyse physico-chimique (l’hydratation d’une silice,

la caractérisation des polymorphes du carbonate de calcium et l’étude de l’interaction des cations

métalliques avec des biomolécules).

Les travaux menés durant cette thèse ont fait l’objet de communications en conférences

[MMDBC04, MBCMD04, MBI05b, MBC05a, MBC05b] et d’articles acceptés pour publication en

revues [MBMDC05, MCBMD05].





Première partie

Position des problèmes de la séparation

de sources non-négatives





Chapitre 1

Séparation de sources spectrales :

position des problèmes

Ce chapitre introduit le problème de séparation de sources d’une façon générale et fournit une discus-

sion sur le cas de sources spectroscopiques. Après une présentation de quelques approches de séparation

fondées sur l’hypothèse d’indépendance statistique, nous analysons les difficultés posées par ce type

de sources. La contrainte principale étant celle de la non-négativité des signaux sources et des coef-

ficients de mélange, les approches qui prennent en compte cette contrainte sont classées en fonction

de la manière dont celle-ci est introduite dans les algorithmes de séparation. Tout au long de cette

présentation, nous discutons les limitations de ces approches et nous formulons quelques orientations

possibles pour le développement de méthodes de séparation bien adaptées.

1.1 Introduction à la séparation de sources

Le concept de séparation de sources peut être décrit ainsi : retrouver des signaux qui ont été mélangés

et bruités éventuellement, en tenant compte de toute information disponible sur les signaux d’intérêt

et sur le processus de mélange. Les signaux d’intérêt sont appelés sources alors que les signaux mesurés

sont appelés observations. Outre le domaine du traitement de la parole et des signaux audio (problème

dit cocktail party), ce problème se rencontre dans plusieurs domaines : en astronomie lorsqu’un radio-

télescope observe simultanément plusieurs étoiles dont on veut séparer les contributions pour les

analyser séparément, en communications numériques ainsi qu’en radar et sonar lorsque les signaux

provenant de plusieurs émetteurs ou réflecteurs interfèrent au niveau des antennes de réception, en

prospection sismique, en imagerie médicale ainsi qu’en chimie analytique lorsque les spectres d’absorp-

tion d’une substance hétérogène résultent de la superposition des spectres spécifiques des différentes

composantes pures de la substance.

Avant de se focaliser sur le problème inverse de la séparation, un point tout aussi important est celui de

l’établissement du modèle d’observation (problème direct) dont les méthodes de séparation à envisager

dépendent fortement.
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1.1.1 Modèle du mélange

Le modèle de mélange décrit la transformation liant les sources aux observations et peut être linéaire

ou non linéaire, convolutif ou instantané, variant ou invariant dans le temps. Le modèle linéaire

instantané invariant dans le temps est le plus utilisé car il s’agit d’un modèle relativement simple,

mais dont les applications sont nombreuses. Il peut être vu comme une approximation au premier

ordre d’une transformation non-linéaire à horizon d’observation suffisamment petit.

1.1.1.1 Mélange linéaire instantané invariant dans le temps

Ce modèle de mélange suppose qu’à chaque instant (point d’observation) k, les m observations{
x(i,k)

}m

i=1
, sont des mélanges linéaires instantanés des p sources

{
s(j,k)

}p

j=1
:

x(i,k) =

p∑

j=1

aij s(j,k) + e(i,k), pour i = 1, . . . , m (1.1)

où aij ∈ R pour i ∈ {1, . . . , m} et j ∈ {1, . . . , p} sont les coefficients de mélange. Ce modèle de mélange

(1.1) s’exprime aussi sous la forme :

xk = A sk + ek, pour k = 1, . . . , n (1.2)

où les m composantes du vecteur xk représentent les observations, les p sources sont contenues dans le

vecteur sk, tandis que les coefficients de mélange forment une matrice notée A, de dimension (m× p),

appelée matrice de mélange. On note ek le vecteur dont les composantes correspondent à un possible

bruit additif d’autocovariance Re et supposé indépendant des signaux sources. Ayant n échantillons

pour k = 1, ..., n et en utilisant une notation matricielle, le modèle de mélange s’écrit

X = AS + E, (1.3)

où X ∈ R
(m×n) est la matrice des observations, A ∈ R

(m×p) est la matrice de mélange, S ∈ R
(p×n)

est la matrice des signaux sources et E ∈ R
(m×n) est la matrice du bruit additif.

Ce modèle de mélange est utilisé en séparation de sources spectrales où on introduit la contrainte

supplémentaire de non-négativité des sources et des coefficients de mélange. Cependant, une attention

particulière doit être accordée aux non-linéarités qui peuvent survenir lors de la mesure des spectres

caractéristiques de substances chimiques multi-composantes. Néanmoins, la validité du modèle est

justifiée par la loi de Beer [BD00, Hol98] et l’utilisation d’un modèle de mélange avec un bruit additif

permet de prendre en compte les incertitudes liées aux erreurs de modélisation. Dans ce qui suit nous

considérons donc un modèle de mélange linéaire invariant dans le temps.

1.1.1.2 Indéterminations

Dans le cas où aucune information a priori sur le mélange n’est disponible, une identification complète

de la matrice de mélange est impossible. En effet, l’échange d’un facteur quelconque entre un signal
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source et le vecteur colonne de la matrice de mélange correspondant n’affecte en rien les observations.

Ceci est montré par la relation suivante

x(i,k) =
m∑

i=1

aij s(j,k) + e(i,k), (1.4)

=

p∑

j=1

aij

λj
λj s(j,k) + e(i,k). (1.5)

C’est l’indétermination d’échelle. Afin de pallier cette indétermination, plusieurs stratégies peuvent

être utilisées : (i) fixer la norme Lα de chaque source à l’unité, (ii) fixer la norme Lα de chaque vecteur

colonne de la matrice de mélange à l’unité, (iii) fixer les éléments diagonaux de la matrice de mélange

à 1. Or, ces solutions ne sont que des conventions de représentation et n’ont aucune incidence sur la

forme d’onde des sources reconstruites. Par ailleurs, l’indice associé à chaque source est arbitraire car

les sources ne seront connues qu’à une permutation près des vraies sources. C’est l’indétermination

d’ordre.

1.1.2 Principe de la séparation de sources

La séparation de sources est l’opération qui, à partir des observations, permet d’obtenir un ensemble de

signaux proportionnels aux sources et d’identifier la contribution de chacune des sources à l’intérieur

du mélange observé. Ainsi on distingue deux sous-problèmes : (i) l’identification du mélange et (ii) la

reconstruction des sources.

Ce problème inverse est mal-posé car sans aucune information sur les sources et sur le mélange

une infinité de solutions seraient admissibles. Il est alors nécessaire de formuler des hypothèses

supplémentaires et prendre en compte des informations supplémentaires sur le mélange et sur les

sources. On peut aborder le problème de séparation de sources de deux points de vue. Le premier est

celui de la décomposition des observations sur une base de signaux élémentaires permettant d’éliminer

la redondance d’information entre les différentes observations. Il est alors nécessaire de définir une

mesure de cette redondance qui mène à la spécification de contraintes fortes sur ces composantes. Par

exemple, la spécification de l’orthogonalité avec un minimum d’énergie de la décomposition aboutit à

l’analyse en composantes principales (PCA). Une deuxième approche, plus récente, est celle de l’ana-

lyse en composantes indépendantes (ICA) qui se base sur l’hypothèse d’indépendance statistique des

composantes recherchées. Dans le cas du mélange linéaire, l’objectif est de chercher une transforma-

tion linéaire dont l’application aux observations fournit un ensemble de signaux qui respectent aux

mieux les hypothèses formulées au préalable (décorrélation mutuelle, indépendance statistique, etc.).

Le deuxième point de vue est celui de la reconstruction où on cherche à appliquer une transformation

linéaire ou non-linéaire aux observations afin de reconstituer le plus fidèlement possible les sources et

d’identifier au mieux le processus de mélange. Mais, ces points de vue de décomposition et de recons-

truction se rejoignent dans le cas où les sources à restaurer possèdent les mêmes propriétés que les

composantes élémentaires recherchées. Cette remarque établit le point de connection entre l’analyse

en composantes indépendantes et la séparation de sources en utilisant l’hypothèse d’indépendance



10 Chapitre 1 : Séparation de sources spectrales : position des problèmes

mutuelle. Cependant, dans certaines applications, comme nous le verrons par la suite, ces deux points

de vue (décomposition et reconstruction) peuvent ne pas être concordants. Dans ce cas, il est alors

nécessaire de définir des critères de séparation qui, au lieu de se baser sur une mesure d’indépendance

statistique, évaluent l’adéquation des sources reconstruites et des coefficients de mélange estimés aux

propriétés préalablement spécifiées. Il peut s’agir d’hypothèses sur leurs distributions, sur leurs struc-

ture temporelle ainsi que d’autres contraintes telles que la parcimonie et la positivité. Néanmoins, dans

la plupart des modèles de séparation de sources, l’hypothèse d’indépendance statistique est toujours

prise en compte mais avec un poids relativement plus faible que dans le cas de l’analyse en composantes

indépendantes.

1.2 Séparation par analyse en composantes indépendantes

Le principe général consiste à appliquer des transformations aux observations pour obtenir des signaux

statistiquement indépendants. Cette définition fait apparâıtre une hypothèse très importante qu’est

l’indépendance statistique des signaux sources. Néanmoins, l’utilisation de l’indépendance statistique

comme hypothèse de séparation ne garantit l’unicité de la séparation que dans le cas sur-déterminé

(m > p) et qu’au plus une source est de distribution gaussienne [TIL93, Com94]. Nous présentons dans

cette section quelques mesures, directes ou indirectes, de l’indépendance statistique ainsi que quelques

algorithmes résultants de l’utilisation de ces mesures pour la synthèse de critères de séparation.

Mélange Séparation

Critère d’indépendance

-- -s

x

y

p m p

¾

*
Sources Observations Composantes

indépendantes

Fig. 1.1 – Modèle de mélange et principe de séparation par analyse en composantes indépendantes

1.2.1 Mesures de l’indépendance statistique

Dans un contexte de séparation par analyse en composantes indépendantes, il est nécessaire de pouvoir

évaluer la dépendance statistique de variables aléatoires avant de définir des critères de séparation.

Nous donnons d’abord quelques rappels sur la définition et les mesures de l’indépendance statistique

de variables aléatoires indépendantes et identiquement distribuées (i.i.d). avant de présenter succinc-

tement certains critères et algorithmes de séparation.
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1.2.1.1 Définition

Des variables aléatoires
{
xj

}p

j=1
sont dites statistiquement mutuellement indépendantes si et seulement

si :

p(x1, x2, . . . , xp) =

p∏

j=1

p(xj). (1.6)

Par conséquent,

– si deux variables aléatoires x1 et x2 sont statistiquement indépendantes, alors :

E [f(x1) g(x2)] = E [f(x1] E [g(x2)] , (1.7)

pour toute fonction f et g.

– l’indépendance statistique implique la décorrélation, mais l’inverse n’est pas toujours vrai, sauf

pour le cas de vecteurs aléatoires gaussiens.

1.2.1.2 Divergence de Kullback-Leibler

La mesure de la distance entre les densités de probabilité de variables aléatoires permet de caractériser

leur indépendance mutuelle. La Divergence de Kullback-Leibler [Kul59] permet d’effectuer cette me-

sure. Dans le cas d’un vecteur de variables aléatoires y = [yj , . . . , yp]
T ,

KL


p(y),

p∏

j=1

p(yj)


 △

=

∫

Rp

p(y) log




p(y)
p∏

j=1
pj(yj)


 dy. (1.8)

La divergence KL possède les propriétés suivantes : (i) la divergence KL est non-négative et n’est

nulle que lorsque les variables
{
yj

}p

j=1
sont statistiquement indépendantes. (ii) la divergence KL est

invariante par permutation ou par changement d’échelle. Au vu de ces deux propriétés, la divergence

KL est une mesure d’indépendance qui, par son annulation ou minimisation, permet d’obtenir une

séparation des signaux sources.

1.2.1.3 Information mutuelle

L’indépendance de variables aléatoires peut être aussi quantifiée en utilisant l’information mutuelle

qui s’exprime par :

I(y) =

p∑

j=1

H(yj) −H(y), (1.9)

où :

H(y) = −
∫

Rp

p(y) log p(y)dy = − E [log p(y)]

H(yj) = −
∫

R

pj(yj) log pj(yj)dy= − E [log pj(yj)]

sont, respectivement, les entropies différentielles conjointes et marginales de y et yj . Il est à noter

que l’information mutuelle se déduit à partir de la divergence de Kullback-Leibler. Considérons que
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les variables
{
yj

}p

j=1
sont les estimées des sources obtenues par l’application d’une matrice séparante,

notée B. L’information mutuelle de ces variables sera exprimée par :

y = Bx ⇒ I(y) =

p∑

j=1

H(yj) −H(x) − log det B, (1.10)

car H(y) = H(Bx) = H(x) + log |det B|.

1.2.1.4 Néguentropie

Si l’on considère des variables aléatoires v =
{
v1, . . . , vp

}
de densité de probabilité gaussienne, alors :

H(vi) =
1

2
(log σ2

i + log 2π + 1) (1.11)

H(v) =
1

2
(log detΣ + p(1 + log 2π)) (1.12)

où σ2
j et Σ représentent, respectivement, la variance et la covariance de vj et v. La néguentropie est

définie comme étant une mesure de l’éloignement entre la distribution d’une variable aléatoire et la

densité gaussienne. Cette mesure est définie par

J
(
yj

)
= H

(
yj

)
−H

(
vj

)
, (1.13)

où les variables yj et vj possèdent la même variance. Cette quantité est toujours positive et n’est nulle

que lorsque la variable yj est gaussienne. Sa maximisation correspond donc à la recherche de compo-

santes non-gausiennes dans un mélange, ce qui d’après la théorème central-limite tend à rechercher les

composantes indépendantes [Don81, Hyv99, HKO01]. En appliquant les définitions (1.13) et (1.11) à

l’équation (1.9), on obtient :

I(y) =

p∑

j=1

J (yj) − J (y) +
1

2
log

[
σ2

j

detΣ

]
, (1.14)

En réalisant un blanchiment spatial des observations, le deuxième terme sera réduit à une constante.

En seconde étape, les deux derniers termes seront invariants par transformation orthonormale. Il suffit

alors de rechercher une matrice orthonormale qui minimise la somme des néguentropies marginales,

ce qui nécessite également l’approximation des densités de probabilité des sources. Nous pouvons

consulter à ce propos [Com94, HO97, Hyv99].

1.2.1.5 Statistiques d’ordre supérieur

Les statistiques d’ordres supérieur sont des outils pratiques pour évaluer l’indépendance statistique de

variables aléatoires non-gaussiennes. Ces derniers présentent des propriétés très intéressantes car ils

sont d’une part multilinéaires et, d’autre part, additifs dans la superposition des variables aléatoires

indépendantes. Si un sous-ensemble d’une famille de variables aléatoires est indépendant d’un autre

sous-ensemble complémentaire, alors les cumulants croisés s’annulent. Enfin les cumulants d’ordre

supérieur à deux d’une variable gaussienne sont tous nuls. Les cumulants sont utilisés soit d’une

façon directe pour la construction de mesures d’indépendance [MTM99, PM01, Mor01], ou comme

des outils d’approximation d’autres mesures d’indépendance tel que la néguentropie [Com94, Car99a].

Particulièrement le Kurtosis est utilisé pour une approximation polynomiale de la néguentropie [HO97].
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1.2.2 Présentation de quelques méthodes de séparation

D’une façon générale, toute méthode d’analyse en composantes indépendantes est caractérisée par :

(i) une fonction de contraste qui définit le critère de séparation. (ii) un algorithme d’optimisation de

ce critère.

1.2.2.1 Méthodes algébriques

Ces méthodes se basent sur les étapes suivantes : (i) blanchir la partie signal des observations par

l’application d’une matrice dite de blanchiment, notée W et de dimension (p × m), afin d’obtenir un

processus z = W x décorrélé spatialement (processus dont la matrice d’autocovariance est une matrice

identité). L’intérêt de cette étape est de réduire le problème de détermination de la matrice de mélange

de dimension (m× p) à celui de la recherche d’une matrice unitaire de dimension (p× p). (ii) estimer

une matrice de rotation Û qui permet d’obtenir des signaux y = Û z mutuellement indépendants (au

sens du critère de séparation ou de mesure d’indépendance définis). Finalement, la matrice de mélange

se déduit alors directement selon :

Â = W # Û , (1.15)

où W # représente la pseudo-inverse de la matrice W , et les signaux sources sont estimés par :

Ŝ = Û W X. (1.16)

Cette approche est dite algébrique car les étapes (i) et (ii) sont réalisées par de simples manipulations

de matrices.

Méthodes utilisant les statistiques de second ordre : dans le cas où les signaux sources

possèdent une corrélation temporelle, la séparation est réalisée en utilisant les matrices d’intercova-

riance des signaux observés [TLSH91, BAM93, MS94]. Les sources sont supposés stationnaires au

second ordre, de moyenne nulle, de puissance finie et mutuellement décorrélées. C’est principalement

la procédure avec laquelle cette matrice de rotation est recherchée qui diffère entre les deux algorithmes

de séparation de sources au second ordre : AMUSE et SOBI. L’algorithme AMUSE, pour Algorithm

for Multiple Unknown Signals Extraction, [TLSH91, TIL93] se fonde sur la diagonalisation exacte

d’une seule matrice d’intercovariance décalée d’un retard τ , qui est un paramètre de synthèse de la

méthode, alors que l’algorithme SOBI, pour Second Order Blind Identification [BAM93, BMCM97],

se fonde sur la diagonalisation conjointe approchée de L matrices d’intercovariance décalées

Rℓ = E
[
zT

k z(k+τℓ)

]
, pour ℓ = 1, . . . , L. (1.17)

La diagonalisation conjointe approchée de ces matrices correspond à la minimisation du critère défini

par :

DSOBI (U) =

L∑

ℓ=1

p∑

i=1

p∑

j=1,j 6=i

[
UT RℓU

]2

ij
. (1.18)
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Méthodes utilisant les statistiques d’ordre supérieur : dans le cas où les signaux sources

ne présentent pas de cohérence temporelle, il n’est plus possible de séparer les sources en utilisant

uniquement les statistiques d’ordre deux. En plus des matrices de covariance des observations, les

statistiques d’ordres supérieurs sont utilisées. Cardoso a définit la notion de matrice cumulante N =

Qx(M) associée à une matrice M de dimension (p × p par) :

N = Qx(M)
△⇐⇒

{
Nij =

p∑

k=1

p∑

ℓ=1

Qkℓ
ij Mℓk

∣∣∣ 1 6 i, j 6 p

}
. (1.19)

où :

Qx
△
=

{
Qkℓ

ij = Cum[xi, x
∗
j , xk, x

∗
ℓ ]

∣∣∣ 1 6 i, j, k, ℓ 6 n
}

. (1.20)

L’algorithme FOBI pour Fourth Order Blind Identification [Car89, Car92] se fonde sur la diagonalisa-

tion d’une seule matrice cumulante Qz(M) pour obtenir la matrice de rotation permettant d’assurer

l’indépendance des sources estimées ŷ = Ûz. La forme la plus simple de cette méthode s’obtient

en choisissant M = Ip. Par ailleurs, le choix de la matrice M n’est pas toujours aussi simple,

car par exemple lorsque M = Ip il se peut qu’il y’ait des sources ayant le même kurtosis et par

conséquent on ne peut pas diagonaliser la matrice cumulante Qz(Ip) à cause de la dégénérescence

de ses valeurs propres [CS93] et on ne peut pas choisir une autre matrice M qui permet d’assurer a

priori la séparation des sources. Pour cela, l’algorithme JADE (Joint Approximate Diagonalization of

Eigen-matrices) a été proposé par [CS93], et dont le principe repose sur la diagonalisation conjointe

approchée de plusieurs matrices cumulantes. Considérons un ensemble de K matrices de dimension

p × p, M =
{

Mk

∣∣k = 1, K
}

. Une première solution consiste à considérer K = p2 matrices creuses

(ne possédant qu’un seul élément non nul pris égal à 1), de façon à former une base orthonormée de

matrices et dans ce cas l’identifiablité des sources est assurée. Néanmoins, cette solution se heurte à

une complexité arithmétique accrue. Une autre alternative se base sur le choix de K = p matrices

propres du tenseur cumulant. La diagonalisation conjointe approchée de ces matrices correspond à la

minimisation du critère défini par :

DJADE (U) =
L∑

ℓ=1

p∑

i=1

p∑

j=1,j 6=i

[
UT Qz(M ℓ)U

]2

ij
. (1.21)

1.2.2.2 Méthodes fondées sur la minimisation d’une fonction de contraste

Fonction de contraste : en estimation statistique, la notion de fonction de contraste est introduite

pour la construction d’estimateurs dits de minimum de contraste [Pfa73, Egu83, Egu85]. En traitement

du signal, la notion de fonction de contraste est initialement définie dans [Don81] pour le problème de

déconvolution myope et [Com94] pour l’analyse en composantes indépendantes. La définition donnée

par Comon est la suivante : une fonction Ψ est dite fonction de contraste pour les vecteurs aléatoires

z, si celle-ci vérifie les conditions :

(C1) Ψ(Pz) = Ψ(z), ∀ P , matrice de permutation,

(C2) Ψ(Dz) = Ψ(z), ∀ D, matrice diagonale,
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(C3) si les composantes de z sont indépendantes alors :

- Ψ(Mz) 6 Ψ(z), ∀ M matrice inversible,

- Ψ(Mz) = Ψ(z) ⇔ M = DP .

Les conditions (C1) et (C2) signifient que l’on ne discrimine aucune solution parmi l’ensemble des

solutions admissibles et que l’on impose donc un contraste indépendant des indéterminations d’ordre

et d’échelle. La dernière condition indique qu’il s’agit de maximiser la fonction de contraste afin

d’obtenir la matrice de rotation adéquate.

Contrastes fondés sur l’information mutuelle : dans la mesure définie dans (1.10), l’entropie

différentielle des observations x étant constante, alors la variation de I(y) dépend uniquement de la

matrice de séparation B et de la densité de probabilité des sources recherchées. La séparation est

réalisée par minimisation de cette information mutuelle par rapport à la matrice de séparation. Se

pose alors le problème d’évaluation de l’information mutuelle qui nécessite l’estimation de la densité

de probabilité des sources. Nous pouvons consulter à ce propos [Pha02, Pha04] où une approche

semi-paramétrique est employée.

Dans le cas de variables aléatoires de distribution uniforme, la minimisation de l’information mutuelle

correspond à la maximisation de l’entropie conjointe. Cette propriété est mise à profit en utilisant

une fonction non linéaire G(·), qui, appliquée aux signaux sources estimées yk, permet d’obtenir des

signaux ỹk = G(yk) de distribution uniforme. Autrement dit, une fonction non-linéaire correspondant

à la fonction de répartition des sources. Pour séparer les sources il suffit alors de maximiser l’entropie

conjointe de z par rapport à la matrice séparante B, d’où la dénomination InfoMax [BS95]. Le lien

avec la méthode du maximum de vraisemblance est présenté dans [Mac96, Car97, OD98].

Sous la contrainte de blancheur spatiale des sources estimées, i.e. E [yky
∗
k] = Ip, l’entropie conjointe

de y est invariante par transformation orthonormale. Alors, la minimisation de l’information mu-

tuelle revient à la minimisation de l’entropie marginale des sources estimées. Cette approche nécessite

également l’estimation de l’entropie marginale des sources. Nous pouvons consulter à ce propos

[BV00, LMF03].

Contrastes exploitant la décorrélation non-linéaire : une autre définition équivalente de

l’indépendance entre deux variables y1 et y2 est la suivante :

E[f(y1)g(y2)] = E[f(y1)] E[g(y2)], (1.22)

pour toutes fonctions continues f et g. C’est donc une généralisation de la définition de la décorrélation

obtenue en prenant les deux fonctions f et g égales à l’identité. Le travail pionnier en analyse en

composantes indépendantes de Jutten, Hérault et Ans [HA84, HJ85, JH91, Jut87], repris d’une manière

plus générale dans le cadre des ”fonctions d’estimation” par Amari et Cardoso [ACC97], s’appuie

sur l’équation (1.22) comme condition d’équilibre d’un algorithme de séparation. Autrement dit, on

construit en général un algorithme de type gradient proportionnel à la différence des deux termes de
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l’équation (1.22) et on étudie a posteriori la convergence et la stabilité. La décorrélation non-linéaire

peut être reliée à la définition des contrastes via les cumulants, si l’on considère des approximations

polynômiales des fonctions non-linéaires utilisées dans ces algorithmes. D’autre part, Bach et al. [BJ02]

ont présenté une famille d’algorithmes fondée sur la définition d’une mesure de dépendance utilisant

la corrélation non-linéaire.

Contrastes utilisant les statistiques d’ordre supérieur : ces critères sont construits en utilisant

les cumulants d’ordre supérieur ou égal à trois. La forme générale d’un contraste fondé sur les cumulants

est exprimée par :

ψf
r (z) =

p∑

i=1

f (Cr[zi]) , pour r > 3 (1.23)

où Cr[zi] = Cum[zi, . . . , zi]︸ ︷︷ ︸
r termes

et f est une fonction convexe strictement croissante. Pour f(u) = u2, on

retrouve le contraste ψ2
r pour lequel il peut être montré que la fonction

Φr(z) =

p∑

i1,i2,...,ir=1

(
Cum[zi1 , zi2 , . . . , zir ]

)2
(1.24)

est invariante par transformation unitaire de z [GL90b, Com94]. En d’autres termes Φr(Uz) = Φr(z),

si UT U = I. Ainsi la maximisation du contraste ψ2
r est équivalente à la minimisation de la

somme des carrés des cumulants croisés d’ordre r. Cette remarque permet de justifier, d’une part,

le recours à l’optimisation de la fonction de contraste en utilisant la méthode de Jacobi pour

la diagonalisation conjointe approchée de plusieurs matrices et, d’autre part, de définir une me-

sure directe de l’indépendance statistique des variables à l’ordre r. Une discussion plus détaillée

sur l’utilisation explicite des cumulants pour la synthèse de fonctions de contraste est fournie

dans [Car99a, MTM99, Mor01].

1.2.2.3 Séparation de sources par maximum de vraisemblance

L’approche du maximum de vraisemblance considère le problème d’identification de la matrice de

mélange ou de la matrice de séparation, en vue de la reconstruction des sources [GL90b, PGJ92, Pha96].

L’estimation de la matrice de mélange au sens du maximum de vraisemblance est solution de

Â = arg max
A

p (X|A) . (1.25)

En considérant, le modèle de mélange dans le cas carré et non bruité et des sources indépendantes

et identiquement distribuées, l’approche du maximum de vraisemblance rejoint l’approche InfoMax

[Car97, OD98]. Néanmoins, au lieu de fixer la forme de la non-linéarité, comme dans le cas de l’Info-

Max, l’approche du maximum de vraisemblance offre l’avantage de pouvoir choisir a priori la forme des

distributions des composantes indépendantes. Un autre avantage de cette approche provient de la pos-

sibilité de considérer le cas de mélanges bruités ou sur-déterminés [Bel95, Ber00]. De plus, l’hypothèse

d’orthogonalité des sources peut être relâchée pour exploiter une éventuelle structure temporelle ou

non-stationarité des sources ou toute autre information sur les sources [CP01].
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1.2.2.4 Séparation de sources par approche bayésienne

Les premiers travaux concernant l’application de l’approche bayésienne en séparation de sources sont

[Rob98, Knu98, MD99]. Dans le cadre de la séparation par maximum de vraisemblance aucune informa-

tion spécifique n’est introduite sur la matrice de mélange ou sur la matrice de séparation. Cependant,

en adoptant une telle approche le problème de séparation est implicitement traité dans un cadre

bayésien. D’une part, le choix de la fonction non-linéaire ou du modèle de distribution des sources

revient à spécifier la loi a priori p (S). D’autre part, la vraisemblance p (X|A) est obtenue par mar-

ginalisation par rapport aux sources. Concernant, les coefficients de mélange ou les coefficients de la

matrice de séparation, l’approche du maximum de vraisemblance suppose une loi a priori uniforme.

Par contre, pour tenir compte des informations supplémentaires éventuelles, on peut introduire une

autre loi a priori p (A) sur la distribution des coefficients de mélange et former la densité a posteriori

conjointe

p (S, A|X) = p (X|S, A) × p (S) × p (A) . (1.26)

L’estimation à partir de cette loi a posteriori peut être envisagée en utilisant plusieurs stratégies et

différentes techniques de calcul bayésien.

1.2.3 Séparation de sources spectrales par analyse en composantes indépendantes

Afin d’illustrer la possibilité de séparer des sources spectrales en utilisant les méthodes d’analyse en

composantes indépendantes, considérons deux sources de formes similaires aux signaux de spectrosco-

pie et montrées dans la figure 1.2. Ces sources sont mélangées avec la matrice suivante

A =

[
0.60 0.40

0.40 0.60

]
. (1.27)

Le coefficient de corrélation entre les deux sources est de l’ordre de −0.005, ce qui indique que ces

sources peuvent être considérées orthogonales.
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Fig. 1.2 – Sources spectrales simulées.

Le tableau 1.1 résume les performances de la séparation en utilisant quelques méthodes classiques.

Les indices de performances utilisés sont définis dans le chapitre 5. D’autres méthodes peuvent aussi
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bien être appliquées, mais seulement les résultats de cinq algorithmes sont présentés. Nous pouvons

noter que toutes les méthodes appliquées atteignent un niveau de performance très satisfaisant, ce

qui indique que la seule hypothèse d’indépendance suffit pour réaliser la séparation de telles sources.

De plus, le rapport signal à distorsion sur chacune des sources estimées est très grand, ce qui indique

une bonne estimation des signaux sources. Ainsi, la positivité est implicitement assurée durant la

séparation. Ce premier exemple montre que la non-négativité est assurée implicitement dans le cas

où les signaux sources sont indépendants, c’est à dire que les composantes indépendantes du mélange

cöıncident avec les sources recherchées. Or, dans le cas des signaux spectroscopiques cette hypothèse

peut ne pas être vérifiée, notamment dans le cas de mélange d’espèces qui présentent des spectres purs

très similaires.

Tab. 1.1 – Performances de la séparation en utilisant quelques algorithmes d’analyse en composantes

indépendantes.

Indice SOBI JADE ICA-Comon FastICA InfoMax

RSDS1 40.93 41.42 42.30 33.94 38.35

RSDS2 43.65 38.19 38.90 36.61 39.93

IP -43.22 -38.16 -39.35 -35.67 -37.31

Afin d’analyser l’effet de la corrélation mutuelle des sources sur la séparation, considérons des

mélanges avec des sources spectrales simulées avec une corrélation mutuelle significative. Le pre-

mier cas est celui de sources avec un coefficient de corrélation positif et le deuxième cas est celui

avec un coefficient de corrélation négatif. En analysant les sources comme des observations pour

lesquelles une méthode d’analyse en composantes indépendantes est appliquée, on obtient des compo-

santes qui sont orthogonales. Les résultats de cette analyse sont montrés dans la figure 1.4. L’analyse

des sources déduites montre que celles-ci peuvent être négatives lorsque le coefficient de corrélation

mutuelle des vraies sources est positif. Ceci s’explique par le fait que la matrice appliquée pour la

séparation transforme les axes principaux pour passer d’un angle aigu à un angle droit, basculant

ainsi certains échantillons vers les parties négatives. De façon similaire, dans le cas de sources à co-

efficient de corrélation négatif, la matrice séparante préservera leur positivité mais l’application de

sa transformation inverse aux coefficients de mélange tendra à rendre ces coefficients négatifs. Ainsi

l’application d’une méthode d’analyse en composantes indépendantes à des observations obtenues à

partir de sources positives mutuellement corrélées tendra à produire des sources négatives et/ou des

coefficients de mélange négatifs.

1.2.4 Quelques approches proposées pour améliorer les performances

1.2.4.1 Séparation à partir d’une décomposition en sous bandes

Cette approche présentée par [CG03] suppose que les signaux sources sont à large bande et présentent

des corrélations mutuelles importantes, mais ces sources sont mutuellement indépendants sur certaines

sous bandes. Les signaux sources sont alors décomposés en sous bandes et la séparation est réalisée
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Fig. 1.3 – Diagramme de dispersion (scatter plot) ou nuage de points de sources non-orthogonales.

−1 0 1 2 3 4 5 6
−1

0

1

2

3

4

5

6

Ŝ2
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Ŝ1

cas 2 : ρ = −0.25

Fig. 1.4 – Diagramme de dispersion des composantes indépendantes.

en utilisant un algorithme d’analyse en composantes indépendantes classique sur une sous bande où

les sources sont indépendantes. Néanmoins, cette approche requiert la connaissance au préalable ou

la sélection manuelle de cette sous bande. La solution consiste alors à effectuer la recherche de la

matrice de séparation en filtrant les observations par un banc de filtres passe-bandes. Un exemple

simple est celui où chaque source peut être décomposée en une composante basses fréquences sb
(j,k) et

une deuxième composante hautes fréquences sh
(j,k)

s(j,k) = sb
(j,k) + sh

(j,k) pour j = 1, . . . , p, (1.28)

et les composantes hautes fréquence ont tendance à être plus indépendantes que les sources. Ainsi, pour

effectuer la séparation il suffit d’appliquer un filtre passe haut aux observations et ensuite appliquer

une méthode classique d’analyse en composantes indépendantes afin d’obtenir la matrice de mélange.

Cette approche est illustrée sur un exemple synthétique dans [CG03]. Afin de surmonter la difficulté

du choix de la sous bande adéquate, on peut imaginer d’exploiter la contrainte de non-négativité en

choisissant une structure de filtre passe-bande linéaire et rechercher les paramètres optimaux de ce

filtre (bande passante et fréquence centrale) afin d’obtenir des sources positives. Ceci fournira une

méthode de sélection automatique de la sous bande adéquate.
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1.2.4.2 Séparation à partir des dérivées des observations

Cette approche consiste à réaliser la séparation à partir de la dérivée première ou seconde des obser-

vations. Une méthode présentée par Hyvarinen [Hyv98] et dont l’objectif est de réduire la corrélation

temporelle des sources et de réaliser la séparation à partir de leurs processus d’innovations. La justifi-

cation de cette approche vient du fait que les processus d’innovations sont plus indépendants et plus

non-gaussiens que les signaux sources [Kai68, Hay96], ce qui conduit donc à une meilleure estimation

de la matrice de mélange. Cette approche a été utilisée pour la séparation de signaux spectroscopiques

dans [CW01, BN05]. Le recours à l’hypothèse d’indépendance des dérivées premières ou secondes des

sources revient à supposer des sources ayant une structure markovienne et à formuler l’hypothèse

d’indépendance mutuelle à partir de leurs densités conditionnelles. Cette méthode peut donc être vue

comme un cas particulier de l’approche proposée dans [PG97, HJP03], car la même structure ”tempo-

relle” est considérée pour toutes les sources. Afin d’illustrer cette approche, considérons un exemple

simple avec deux sources et deux mélanges obtenus en utilisant une matrice de mélange positive choi-

sie arbitrairement. La séparation est réalisée en appliquant l’algorithme FastICA sur les observations

et sur leurs dérivées secondes. La matrice de séparation estimée est ensuite utilisée pour estimer les

sources. D’après la figure 1.5 on constate l’amélioration de la qualité de reconstruction des sources

en réalisant l’estimation de la matrice de séparation à partir des dérivées secondes des observations.

Cependant, cet exemple reste académique car en pratique il faut déterminer non seulement l’ordre du

filtre de dérivation mais aussi choisir une fréquence de coupure du filtre de régularisation pour éviter

l’amplification du bruit. Dans ce cas, un lien entre cette approche avec la méthode de décomposition

en sous bandes peut être établi. En effet, le filtre dérivateur régularisé est un filtre passe bande dont la

fréquence centrale et la bande passante dépendent de l’ordre de la dérivée et de la fréquence de coupure

du filtre de régularisation. Ainsi l’utilisation de cette approche rejoint la méthode de décomposition

en sous-bandes proposée par Cichocki et al [CG03].

1.2.4.3 Analyse en composantes indépendantes non-négatives

Cette approche a pour point de départ la prise en compte simultanée de la contrainte de non-négativité

et de l’hypothèse d’indépendance statistique des sources. Pour garantir la séparabilité en utilisant une

approche d’analyse en composantes indépendantes non-négatives, deux conditions sont nécessaires

[Plu02] : (i) Les sources doivent être orthogonales. Cette condition est une conséquence directe de

l’hypothèse d’indépendance statistique. (ii) Les sources doivent avoir des distributions non nulles

au voisinage positif du point zéro (sources dites well grounded). Comme la plupart des méthodes

d’analyse en composantes indépendantes, cette approche se fonde d’abord sur une étape de blanchi-

ment spatial préalable des observations avant de rechercher une matrice de rotation qui optimise un

critère permettant de prendre en compte explicitement la contrainte de non-négativité des compo-

santes indépendantes. Le critère minimisé dans le cadre de la méthode NNICA (pour Non-negative

independent Component Analysis), est donné par la formule suivante [Plu03]

Cnnica(B) =
1

n

n∑

k=1

(
zk − BT y+

k

)2
, (1.29)
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(c) Sources estimées en utilisant une analyse en composantes indépendantes sur les

dérivées secondes

Fig. 1.5 – Avantage de la séparation à partir des dérivées secondes des observations.

où les éléments du vecteur y+
k sont donnés par la

{
y+
(j,k) = max{0, y(j,k)};∀j = 1, ..., p

}
. La méthode

consiste donc en la recherche d’une matrice B orthonormale qui minimise ce critère. Nous pouvons

noter que le critère (1.29) devient nul pour {yk > 0,∀k = 1, ..., n}. Récemment, ce critère a été for-

mulé à partir d’une méthode d’analyse en composantes principales non-linéaire [PO04], qui, pour

certains types de fonctions non-linéaires, est reliée également aux méthodes d’analyse en composantes

indépendantes. Nous pouvons consulter pour cela [KPO98]. Cependant cette approche requiert la
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contrainte d’orthogonalité des sources, ce qui est la difficulté principale posée par les sources spectro-

scopiques, donc la méthode NNICA n’est pas adaptée dans le cas de sources non-orthogonales.

1.3 Séparation par prise en compte de la non-négativité

En fonction de la manière avec laquelle cette contrainte est prise en compte, les méthodes de séparation

de sources spectrales peuvent être classées en deux catégories. La première est algébrique alors que la

deuxième se fonde sur une estimation par des moindres carrés sous la contrainte de non-négativité.

1.3.1 Approche algébrique

Cette approche est issue des travaux de Lawton et Sylvestre [LS71], et, comme illustré par la figure 1.6,

réalise la séparation en deux étapes. La première est une étape d’analyse en composantes principales

des observations et la deuxième consiste à appliquer une transformation linéaire aux composantes

principales afin d’obtenir des signaux sources et des coefficients de mélange non-négatifs. Lawton et

Sylvestre ont développé une analyse complète du cas de deux sources et plus tard une analyse du

cas de trois sources a été présentée par Ohta [Oht73] qui a utilisé une méthode de Monte Carlo

pour la recherche des matrices de transformations qui mènent à des solutions non-négatives. Borgen

et al. [BK85, BDMO86] ont proposé une formulation géométrique du cas de plusieurs sources et

particulièrement l’étude des régions admissibles des paramètres de la matrice de transformation.

-

PCAD
V-

- T
-- U

-

-

T V = S ≥ 0

U T−1 = A ≥ 0

m

p

p

p

p

Fig. 1.6 – Approche de Lawton-Sylvestre pour la séparation de sources spectrales

Remarque 1 Cette approche à deux étapes est similaire aux méthodes algébriques de séparation de

sources. La différence réside dans le fait que la matrice de transformation n’est plus une matrice de

rotation unitaire mais plutôt une transformation linéaire permettant de préserver la norme L1 ou L2

des sources, afin de lever l’indétermination d’échelle.

1.3.1.1 Minimisation d’un critère de positivité

Afin de rechercher une matrice de transformation permettant d’assurer la positivité des sources et des

coefficients de mélange, Sasaki et al. [SKM83] proposent une méthode fondée sur la minimisation du

critère suivant

Cpos(T ) =

p∑

j=1

n∑

k=1

f
(
s(j,k)

)
+

m∑

i=1

p∑

j=1

f (ai,j) (1.30)
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sous la contrainte
n∑

k=1

s(j,k) = 1, pour lever l’indétermination d’échelle. La fonction de coût f est définie

de telle sorte à pénaliser les valeurs négatives

f(x) =





x2 si x < 0,

0 sinon.
(1.31)

Bien que le minimum de ce critère permet d’obtenir une solution non-négative ou la plus non-négative

possible, sa minimisation n’est pas aisée et requiert l’utilisation d’une méthode d’optimisation non-

linéaire. Dans le papier de Sasaki et al. [SKM83] un algorithme du simplexe est employé pour obtenir

toutes les solutions qui minimisent ce critère. Ces solutions permettent de retrouver les résultats de

Lawton et Sylvestre à savoir l’existence de plusieurs solutions admissibles et de rechercher les solutions

admissibles d’une façon différente de celle de Borgen et al. [Oht73, BK85].

1.3.1.2 Minimisation d’un critère de positivité et de minimum d’entropie

Vu que la seule prise en compte de la non-négativité ne permet pas d’assurer l’unicité de la solution et

afin de réduire l’espace des solutions admissibles, des critères de régularisation supplémentaires sont

ajoutés. Une approche plus intéressante est celle de Sasaki et al. [SKM84, SKM89], qui consiste à

minimiser un critère de la forme suivante

Ctot(T ) = Cpos(T ) + γ

p∑

j=1

n∑

k=1

h(s(j,k)), (1.32)

où la fonction de coût h(s(j,k)) est définie par

h(s(j,k)) = −
∣∣s(d)

(j,k)

∣∣
n∑

k=1

∣∣s(d)
(j,k)

∣∣
log

∣∣s(d)
(j,k)

∣∣
n∑

k=1

∣∣s(d)
(j,k)

∣∣
(1.33)

où l’exposant d signifie l’ordre de la différentiation. Le coefficient γ permet d’ajuster le compromis

entre les deux critères. Le choix du critère entropique signifie que l’on cherche à obtenir une solution

dans laquelle les signaux sources sont les plus simples possible et la contrainte de douceur est introduite

par le calcul du critère entropique sur la dérivée du signal source. La minimisation de ce critère par

rapport à la matrice de transformation optimale est réalisée en utilisant un algorithme du simplexe

sous la contrainte
n∑

k=1

s2
(j,k) = 1. Récemment cette approche a été réexaminée par [NSK89, SBG99]

et dans [YG98, WG03] un algorithme de recuit simulé est employé pour l’optimisation. Néanmoins,

l’étude de convergence n’est pas complètement établie car aucune discussion sur la convexité du critère

n’est présentée.

1.3.2 Séparation par moindres carrés sous contrainte de non-négativité

Cette approche se fonde sur une estimation de moindres carrés sous la contrainte de non-négativité.

Il s’agit donc de la résolution du problème

(Ŝ, Â) = arg min
S, A

Q(A, S), sous les contraintes : S > 0, A > 0, (1.34)
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où

Q(A, S) =
m∑

i=1

n∑

k=1

(
x(i,k) −

p∑

j=1

aij s(j,k)

)2

, (1.35)

est le critère des moindres carrés. En fonction de la manière avec laquelle cette contrainte de non-

négativité est introduite durant l’optimisation on distingue deux algorithmes.

1.3.2.1 Méthode ALS

Cet algorithme (dit ALS pour Alternating Least Squares), présenté par [TKF93, TIRC93], réalise

la décomposition en alternant la minimisation par rapport à la matrice de mélange et par rapport

aux signaux sources. A chaque nouvelle itération, le critère des moindres carrés est minimisé sous la

contrainte de non-négativité [LH74, BD97]. L’initialisation de ALS peut être réalisée en utilisant une

méthode de décomposition sans contrainte de non-négativité (PCA, ICA). Une initialisation possible

consiste à réaliser la décomposition en utilisant une méthode d’analyse en composantes indépendantes

et ensuite d’utiliser l’ALS pour assurer la positivité des estimations. Cette approche a été utilisée

par Nuzillard [NN99]. Dans le cadre du traitement des signaux spectroscopiques, plusieurs techniques

chimiométriques sont employées. Nous pouvons citer la méthode dite SIMPLISMA [WG91] (SIMPLe

to use Interactive Self-Modeling Mixture Analysis) qui se base sur la notion de variable pure, qui

est définie comme étant une fréquence pour laquelle une seule source est observée. Ainsi pour p

sources, p variables pures sont nécessaires pour réaliser la séparation. Une autre approche dite OPA

[STvdBM96] (pour Orthogonal Projection Approach) suppose que les observations les plus décorrélées

correspondent aux sources. Cette hypothèse suppose donc que pour chaque signal source, il existe au

moins une observation dans laquelle uniquement cette source est présente. Nous signalons qu’il existe

plusieurs variantes de méthodes issues des approches d’analyse factorielle. Pour une présentation plus

détaillée nous pouvons consulter [dYTM97, Mal02, JLO04].

1.3.2.2 Méthode NMF

Cet algorithme (dit NMF pour Non-negative Matrix Factorization) [LS99] minimise le critère des

moindres carrés en utilisant un algorithme de descente du gradient alterné par rapport aux sources

et par rapport aux coefficients de mélange. Un choix particulier du pas de mise à jour transforme cet

algorithme du gradient en algorithme du point fixe tout en préservant la non-négativité des estimations.

Cet algorithme est repris dans le cas d’observations bruitées par Sajda et al. [SDB+03, SSB+04]. La

méthode NMF présente l’avantage de simplicité d’implantation et la rapidité de convergence, mais

souffre du problème de non-unicité de la solution car le critère de moindres carrés sous contrainte de

non-négativité admet plusieurs solutions possibles.

1.3.3 Séparation par moindres carrés pénalisés

Cette approche consiste à estimer directement les signaux sources et la matrice de mélange en mi-

nimisant un critère composite dans lequel un premier terme mesure l’adéquation aux données et un
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deuxième terme permet de prendre en compte l’information a priori sur les sources et sur les coeffi-

cients de mélange. En d’autre termes, le critère minimisé est de la forme

C(A, S) = Q(A, S) + R(A) + R(S). (1.36)

où le critère d’adéquation aux données est exprimé par l’équation (1.35).

Remarque 2 Les méthodes fondées sur une estimation par moindres carrés pénalisés et la prise en

compte explicite de la non-négativité peuvent être formulées à partir d’une approche bayésienne pour

la séparation de sources.

Les différentes méthodes de cette famille diffèrent par les choix des critères de régularisation ainsi que

par l’algorithme choisi pour l’optimisation du critère.

1.3.3.1 Méthode PMF

Dans cette approche (dite PMF pour Positive Matrix factorization), est présentée par Paatero [PT94,

Paa97], minimise un critère composite dans lequel la partie régularisation se présente sous la forme

Rpmf (A) = α1

p∑

j=1

m∑

i=1

log aij + α2

p∑

j=1

m∑

i=1

a2
ij (1.37)

pour les coefficients de mélange et

Rpmf (S) = α3

p∑

j=1

n∑

k=1

log s(j,k) + α4

p∑

j=1

n∑

k=1

s2
(j,k), (1.38)

pour les signaux sources. Dans la version originale de cette méthode une méthode de Gauss-Newton

est utilisée pour l’optimisation. Dans le chapitre 4, nous discutons plus en détail cette approche et

nous présentons une formulation bayésienne de ce critère.

1.3.3.2 Méthode NNSC

Dans cette approche (dite NNSC pour Non-Negative Sparse Coding) [Hoy02], on cherche à minimiser

un critère composite dans lequel seulement les sources sont pénalisées. Le critère de régularisation

favorise les solutions parcimonieuses et s’écrit sous la forme

Rnnsc(S) = λ

p∑

j=1

n∑

k=1

s(j,k). (1.39)

Le choix d’un tel critère de régularisation correspond à supposer une densité exponentielle à support

positif, comme loi de distribution des signaux sources. Nous revenons également à ce point plus en

détail dans le chapitre 4.
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1.4 Conclusions

Dans ce chapitre nous avons présenté succinctement quelques méthodes de séparation de sources.

L’objectif étant d’étudier la possibilité d’appliquer ces méthodes à la séparation de sources spectro-

scopiques. Deux points cruciaux ont été relevés durant cette analyse : compte tenu de la similarité

des structures moléculaires de certaines substances, les sources spectroscopiques peuvent présenter

des corrélations mutuelles importantes, ce qui met en échec les méthodes d’analyse en composantes

indépendantes. De plus, le problème de séparation sous la seule contrainte de non-négativité n’admet

pas une solution unique. Afin de réaliser une analyse plus précise du problème, nous étudions dans

le chapitre 2 les conditions sous lesquelles la séparation sous contrainte de non-négativité admet une

solution unique. Nous avons également souligné que l’approche du maximum de vraisemblance per-

met de relâcher la contrainte d’orthogonalité des sources. Rappelons que cette contrainte est le point

faible des méthodes d’analyse en composantes indépendantes. Nous présentons alors dans le chapitre 3

une extension de cette approche à la séparation de sources spectroscopiques. Le résultat intéressant

est de montrer que cette approche peut être appliquée avec succès, sous la condition d’inclure dans

l’étape de sélection de la distribution des sources, la contrainte de non-négativité via le choix d’une

densité à support non-négatif. Bien que cette approche du maximum de vraisemblance soit applicable

dans un contexte non bruité, elle présente la limitation de ne pas imposer la non-négativité des coeffi-

cients de mélange. Dans le chapitre 4, nous développons une méthode fondée sur l’approche estimation

bayésienne qui permet de prendre en compte conjointement la non-négativité des signaux sources et

des coefficients de mélange.



Chapitre 2

Solutions admissibles et conditions

d’unicité de la solution

Ce chapitre présente une étude des conditions d’unicité de la solution du problème de séparation de

sources sous la seule contrainte de non-négativité. Dans un premier temps, nous analysons le cas de

deux sources pour lequel nous déterminons les solutions admissibles et nous formulons des conditions

nécessaires et suffisantes pour l’unicité de la solution. Ensuite, nous considérons le cas de plus de deux

sources et nous présentons des conditions nécessaires et des conditions suffisantes pour l’unicité de

la solution. Les solutions admissibles sont également déterminées dans le cas où la solution n’est pas

unique. Finalement, nous discutons l’adéquation des méthodes de séparation de sources en fonction

de la satisfaction ou non des conditions d’unicité et des hypothèses d’orthogonalité.

2.1 Introduction

Le problème de séparation de sources suppose que m signaux mesurés
{
x(i,k), k = 1, ..., n

}m

i=1
, sur n

échantillons, sont une combinaison linéaire de p composantes non-observables
{
s(j,k), k = 1, ..., n

}p

j=1
.

Le modèle de mélange est exprimé par

X = A S, (2.1)

où X est la matrice(m × n) des données, A est la matrice de mélange, de dimension (m × p), S est

matrice (p× n) des signaux sources. Dans ce chapitre, nous considérons que le niveau de bruit sur les

observations est négligeable et les contraintes principales sont

∀ i, j, aij > 0 et ∀ j, k, s(j,k) > 0, (2.2)

qui seront notées par

A > 0 et S > 0. (2.3)

En considérant ces contraintes, ce problème inverse peut être formulé comme suit : à partir des

données X, estimer conjointement les matrices A et S qui suivent le modèle (2.1) et qui respectent les

contraintes (2.3). Dans un contexte où l’on cherche à reproduire exactement la matrice des données

selon le modèle (2.1), cette formulation rejoint la définition du problème de factorisation d’une matrice
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non-négative en un produit de matrices non-négatives. Les premières publications sur ce sujet sont

apparues essentiellement dans le domaine de l’algèbre linéaire [Mar72, Tho74, CP81, Che84, CR93].

Plus récemment, ce problème est repris avec une formulation géométrique dans [VV99] où la termi-

nologie de factorisation en matrices positives (Positive Matrix Factorization) est utilisée, même si un

peu auparavant Paatero a employé la même terminologie (PMF) [PT94, Paa97] pour une méthode

destinée à la factorisation approchée d’une matrice de données spectrales selon le modèle (2.1). Dans

un papier récent, Lee et Seung [LS99] ont également présenté deux algorithmes de factorisation en

matrices non-négatives.

Avant d’appliquer ou de développer un algorithme pour une telle factorisation, il est important

de répondre aux questions liées aux indéterminations du modèle et à l’unicité de la solution sous la

seule contrainte de non-négativité. De plus, lorsque la solution n’est pas unique il est utile d’exprimer

toutes les solutions admissibles. Une condition nécessaire et suffisante pour que la factorisation d’une

matrice non-négative en matrices non-négatives soit unique est formulée dans [Che84], mais celle-ci est

inexploitable pour vérifier a priori si une matrice non-négative admet une factorisation non-négative

unique. Park et al. [PSH02] et Smilde et al [SHK+01] ont exprimé des conditions suffisantes pour

l’unicité de la solution, mais ces conditions sont très restrictives et ne seront satisfaites que dans des

contextes très particuliers. Le résultat le plus complet est celui de Donoho et Stodden [DS03] qui

ont étudié les situations dans lesquelles la factorisation en matrices non-négatives n’admet pas une

solution unique et ont formulé une condition suffisante plus flexible.

L’objectif de ce chapitre est d’analyser de plus près les méthodes de séparation fondées sur la prise

en compte de la non-négativité pour essayer de spécifier les situations dans lesquelles ces méthodes

peuvent être appliquées avec succès et aussi analyser les cas où leur application serait infructueuse.

Pour atteindre ces objectifs, nous étudions dans un premier temps les solutions admissibles sous la seule

contrainte de non-négativité et nous discutons, ensuite, les conditions (nécessaires et/ou suffisantes)

pour l’unicité de la solution.

2.2 Formulation du problème

Considérons le modèle de mélange et introduisons une matrice non-singulière, notée T et de dimen-

sion (p × p) . Pour chaque couple (A, S), un nouveau couple (Ã, S̃) peut être défini par

Ã = AT−1, (2.4)

S̃ = TS, (2.5)

de sorte à ne pas modifier la matrice de données, c’est-à-dire X = Ã S̃. Dans le cas où aucune

contrainte n’est imposée, cette transformation indique l’existence d’une infinité de factorisations pos-

sibles de la matrice de données. Mais, dans le cadre de la séparation de sources non-négatives une

transformation n’est possible que si les matrices transformées Ã et S̃ obéissent les deux conditions

Ã > 0 et S̃ > 0. (2.6)
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Ainsi, les questions qui se posent sont les suivantes : (i) Quelles sont les conditions sur les sources

et sur les coefficients de mélange pour que la décomposition (2.1) qui respecte les contraintes de

non-négativité (2.3) soit unique ? (ii) Si la factorisation n’est pas unique quelles sont les solutions

admissibles ? (iii) Peut-t-on définir parmi ces solutions admissibles la solution la plus plausible ?

Dans ce qui suit nous allons essayer d’apporter des éléments de réponses aux deux premières

questions. Le chapitre 4 est une tentative de répondre à la troisième question. Mais avant d’aller plus

loin, nous formulons les indéterminations d’ordre et d’échelle dans le cas de la séparation de sources

non-négatives.

2.2.1 Indétermination d’échelle

Soit la transformation définie par T = Diag(t1, ..., tp), avec ti > 0, et T−1 = Diag(1/t1, ..., 1/tp).

L’application des matrices T et T−1 à S et A, respectivement, selon (2.5) et (2.4) correspond juste

à une dilatation d’échelle. Il s’en suit que Ã > 0, S̃ > 0 si A > 0, S > 0. Généralement, cette

indétermination est levée en supposant des sources à variance unité. Dans ce qui suit, et sans perdre

en généralité, l’indétermination d’échelle est levée en supposant que toutes les sources possèdent la

même norme L1.

2.2.2 Indétermination d’ordre

Soit T la transformation qui correspond à la permutation de la ième ligne avec la jème ligne de la

matrice S. La matrice T−1 correspond à la permutation de la ième colonne avec la jème colonne de

la matrice de mélange. Ces matrices sont composées de 1 et 0, alors A > 0, S > 0 impliquent Ã > 0,

S̃ > 0. L’indétermination d’ordre signifie simplement qu’on ne connâıt pas a priori l’ordre des signaux

sources.

2.2.3 Définitions

Définition 1 Une paire (A, S) est dite solution admissible si conjointement A et S satisfont (2.3)

et donnent une factorisation exacte de X selon le modèle (2.1).

Définition 2 Pour une matrice de donnée X, la solution de (2.1) sous les contraintes (2.3) est dite

unique si et seulement si les seules sources d’ambigüıtés sont les indéterminations d’ordre et d’échelle.

On peut également parler de solution ”quasi-unique”.

2.3 Solutions admissibles et conditions d’unicité dans le cas de deux

sources

Dans le cas de deux sources, les matrices A et S peuvent être représentées par

A = [a1 a2] et S = [s1 s2]
T , (2.7)

où {a1, a2} sont des vecteurs de dimension (m× 1) et {s1, s2} sont des vecteurs de dimension (n× 1).
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2.3.1 Solutions admissibles

Afin de s’affranchir de l’indétermination d’échelle, les sources sont supposées de même norme L1,

fixée à l’unité. Ce choix permet de simplifier les calculs dans ce chapitre, alors que la convention de

sources à variance unité est souvent utilisée en séparation de sources. La convention qu’avant et après

transformation tous les signaux sources ont la une norme L1, fixée à l’unité,
n∑

k=1

s(i,k) = 1, ∀ i (2.8)

permet d’écrire
n∑

k=1

s̃(j,k) =
n∑

k=1

p∑

i=1

tji s(i,k) =

p∑

i=1

(
tji

n∑

k=1

s(i,k)

)
, (2.9)

où tji sont les éléments de la matrice T . Par conséquent, nous déduisons la condition suivante sur la

matrice de transformation
p∑

i=1

tji = 1, ∀j = 1, ..., p. (2.10)

Afin d’analyser les indéterminations du modèle de mélange dans le cas de deux sources, nous intro-

duisons la matrice suivante

T (α, β) =

[
1 − α α

β 1 − β

]
, (2.11)

dont l’inverse est

T−1(α, β) =
1

1 − α − β

[
1 − β −α

−β 1 − α

]
. (2.12)

La matrice T (α, β) transforme les sources s1, s2 en s̃1, s̃2 selon

s̃1 = (1 − α)s1 + αs2 et s̃2 = βs1 + (1 − β)s2.

Afin d’éviter l’indetermination d’ordre, nous considérons que la première source transformée est déduite

du rajout d’une partie de s2 à s1 et de façon similaire, la deuxième source transformée résulte de l’ajout

d’une partie de s1 à s2. Cette convention revient à supposer pour la première source que (1 − α) > β

et pour la seconde source que α < (1− β), ce qui mène donc à la contrainte (α + β) < 1. De plus, une

telle contrainte assure que T soit inversible.

En utilisant la transformation définie par (2.11), la contrainte de non-négativité des deux sources

transformées permet d’écrire

∀k = 1, . . . , n, s̃(1,k)= (1 − α)s(1,k) + αs(2,k) > 0, (2.13)

∀k = 1, . . . , n, s̃(2,k)= (1 − β)s(2,k) + βs(1,k) > 0. (2.14)

La non-négativité des coefficients de mélange transformés permet d’écrire aussi

∀ℓ = 1, . . . , m, ãℓ1=
1

1 − α − β
[(1 − β)aℓ1 − βaℓ2] > 0, (2.15)

∀ℓ = 1, . . . , m, ãℓ2=
1

1 − α − β
[(1 − α)aℓ2 − αaℓ1] > 0. (2.16)

La résolution de ces inégalités sous la contrainte (α + β) < 1 permet d’obtenir les bornes inférieures

et supérieures des valeurs admissibles des deux paramètres α et β.
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Nous introduisons d’abord les ensembles K1 =
{
k; s(2,k) > s(1,k)

}
et K2 =

{
k; s(1,k) > s(2,k)

}
. Les

inégalités (2.13) et (2.14) définissent les bornes inférieures sur les valeurs de α et β,

α > αmin = −min
k∈K1

{
s(1,k)

s(2,k) − s(1,k)

}
, (2.17)

et

β > βmin = −min
k∈K2

{
s(2,k)

s(1,k) − s(2,k)

}
. (2.18)

Les inégalités (2.13) et (2.14) définissent également,

α 6 min
k∈K2

{
s(1,k)

s(1,k) − s(2,k)

}
⇒ α 6 1 − min

k∈K2

{
s(2,k)

s(1,k) − s(2,k)

}
⇒ α 6 1 − βmin, (2.19)

et

β 6 min
k∈K1

{
s(2,k)

s(2,k) − s(1,k)

}
⇒ β 6 1 − min

k∈K1

{
s(1,k)

s(2,k) − s(1,k)

}
⇒ β 6 1 − αmin (2.20)

Compte tenu de la contrainte (α+β) < 1, les relations (2.19) et (2.20) sont toujours satisfaites et donc

ne sont pas utilisées pour définir les bornes supérieures sur les paramètres. Par ailleurs, les inégalités

(2.15) et (2.16) définissent

β 6 βmax = min
ℓ

{
aℓ1

aℓ1 + aℓ2

}
, (2.21)

et

α 6 αmax = min
ℓ

{
aℓ2

aℓ1 + aℓ2

}
. (2.22)

Finalement, l’ensemble des solutions admissibles correspond à

S̃ = T (α, β)S, et Ã = A T−1(α, β), (2.23)

pour α ∈ [αmin, αmax] et β ∈ [βmin, βmax].

2.3.2 Conditions d’unicité de la solution

Proposition 1 La factorisation de X sous la forme

X = A S, avec A, S > 0, (2.24)

est unique si et seulement si ∃ (k1, k2, ℓ1, ℓ2), avec k1 6= k2 et ℓ1 6= ℓ2, tel que




s(1,k1) = 0, et s(2,k1) 6= 0,

s(2,k2) = 0, et s(1,k2) 6= 0,

a(ℓ1,1) = 0, et a(ℓ1,2) 6= 0,

a(ℓ2,2) = 0, et a(ℓ2,1) 6= 0.

(2.25)

Démonstration 1 La démonstration de cette proposition découle directement de la section 2.3.1.

Selon les bornes définie par (2.17)–(2.22), l’ensemble des valeurs possibles de α et β est réduit à α = 0

et β = 0 si et seulement si les conditions (2.25) sont satisfaites.

Remarque 3 Le résultat de l’unicité de la proposition 1 correspond à

R1 il existe une sous-matrice de S qui est diagonale ou antidiagonale et de dimension (2 × 2),

R2 il existe une sous-matrice de A qui est diagonale ou antidiagonale et de dimension (2 × 2).
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2.3.3 Illustration des solutions admissibles

Les signaux sources sont simulés pour (p = 2, n = 500) et les coefficients de mélange pour (m = 10)

avec des formes similaires aux données spectroscopiques. La figure 2.1 montre les signaux sources et

les coefficients de mélange utilisés.
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j = 2

k = 1, ..., 500

Signaux sources

2 4 6 8 10
0

0.2

0.4

0.6

0.8

1
j = 1
j = 2

i = 1, ..., 10

Coefficients de mélange

Fig. 2.1 – Signaux sources et profils d’évolution des coefficients de mélange

En utilisant les résultats précédents, on note que les conditions d’unicité ne sont pas satisfaites et les

intervalles des valeurs admissibles des paramètres sont

−0.0163 6 α 6 0.1898, (2.26)

−0.0198 6 β 6 0.1924. (2.27)

Les solutions admissibles en termes de signaux sources et de coefficients de mélange sont montrées

dans la figure 2.2.

2.4 Solutions admissibles et conditions d’unicité dans la cas de plus

de deux sources

Dans cette section, nous considérons le cas de p signaux sources. Notons

A = [a1 · · · ap] et S = [s1 · · · sp]
T , (2.28)

où {ai}p
i=1 sont des vecteurs de dimension (m× 1) et {sj}p

j=1 sont des vecteurs de dimension (n× 1).

Nous utilisons les notations suivantes : ai(k) est le kème élément du vecteur ai et de façon similaire,

sj(k) est le kème élément du vecteur sj .

2.4.1 Conditions nécessaires pour l’unicité

Dans ce cas, nous pouvons uniquement donner une condition nécessaire pour l’unicité de la solution.

Proposition 2 Si la décomposition de X en A et S selon

X = AS avec A > 0, S > 0, (2.29)

est unique, alors les conditions suivantes sont satisfaites :
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Fig. 2.2 – Quelques solutions admissibles des sources et des coefficients de mélange

(A1) ∃ k1, . . . , kp tel que :

∀ i 6= j, ki 6= kj , si(ki) = 0, et sj(ki) 6= 0. (2.30)

(A2) ∃ ℓ1, . . . , ℓp tel que :

∀ i 6= j, ℓi 6= ℓj , ai(ℓi) = 0, etaj(ℓi) 6= 0. (2.31)

Démonstration 2 La démonstration de cette proposition est réalisée par l’absurde : supposons que

les conditions (A1)-(A2) ne sont pas satisfaites et que la décomposition X = A S avec A, S > 0, est

unique.

Supposons que la condition (A1) n’est pas satisfaite. Soit la matrice de transformation élémentaire

T ij(λ) de dimension (p × p) et définie par

∀ k = 1, ..., p, ∀ ℓ = 1, ..., p,





tkk = 1,

tkℓ = λ si (k, ℓ) = (i, j);

tkℓ = 0 si (k, ℓ) 6= (i, j) et (k, ℓ) 6= (k, k).

(2.32)

On note que T−1(λ) = T (−λ). Définissons

K = {k, si(k) 6= 0, sj(k) 6= 0} .
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Les échantillons où les sources si et sj sont simultanément nulles puisqu’ils ne sont pas affectés par la

transformation T ij(λ). La décomposition suivante

X = A T ij(λ)T ij(−λ)S (2.33)

avec λ > 0 assure la non-négativité de Ã = AT ij(λ) et la matrice T ij(−λ) conduit à une transforma-

tion du ième signal source selon

s̃i = si − λsj , (2.34)

alors que les autres sources restent inchangées. En définissant (si, sj) par si = min
k∈K

si(k) et sj =

max
k∈K

sj(k). Il existe alors 0 < λ < si/sj tel que

∀k, si(k) − λsj(k) > si − λsj > 0 =⇒ T ij(λ)S > 0.

Donc, la décomposition n’est pas unique, ce qui est en contradiction avec les hypothèses.

Concernant la condition (A2) sur la matrice de mélange, le même raisonnement est employé avec

λ < 0.

Remarque 4 Les conditions (A1) et (A2) montrent que, dans la plupart des cas, la séparation en

utilisant uniquement la contrainte de non-négativité ne peut fournir la solution correcte.

Remarque 5 Les conditions (A1) et (A2) ne sont pas suffisantes pour l’unicité de la solution.

Considérons l’exemple suivant :

S =




0.53 0 0.24 0.23

0.13 0.52 0 0.35

0 0.32 0.34 0.34


 ,

et soit T−1 la matrice définie par

T−1 =




0.66 0 0.34

0.16 0.84 0

0 0.52 0.49


 .

Nous avons :

T =




1.37 0.60 −0.97

−0.26 1.08 0.18

0.28 −1.15 1.87


 ,

d’où 



Ã = AT−1 > 0, ∀A > 0;

S̃ = TS =




0.80 0 0 0.20

0 0.62 0 0.38

0 0 0.70 0.30


 > 0.
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2.4.2 Conditions suffisantes pour l’unicité

Dans cette section, nous présentons des conditions suffisantes pour l’unicité de la solution, mais avant

de présenter les résultats, certaines définitions et propriétés sont rappelées [PVJV95, VV99].

Définition 3 Une matrice positive T de dimension (p, p) est dite monomiale si chaque ligne et chaque

colonne de cette matrice contient un seul élément non-nul ; i.e :

∀i = 1, . . . , p, ∀j = 1, . . . , p, i 6= j, ∃k tel que

{
tik > 0,

tjk = 0.

Propriété 1 Soit T une matrice positive de dimension (p, p). La matrice T possède une inverse

positive si et seulement si T est une matrice monomiale. Alors T−1 est aussi monomiale.

Propriété 2 Chaque matrice monomiale T peut être décomposée sous la forme T = D P ou D est

une matrice diagonale positive et P est une matrice de permutation, qui est une matrice monomiale

dont les éléments non-nuls valent 1. En séparation de sources une telle transformation lorsqu’elle est

appliquée à S correspond aux indéterminations d’ordre et d’échelle.

Proposition 3 La décomposition de X en A et S suivant

X = A S avec A, S > 0, (2.35)

est unique si les conditions suivantes sont satisfaites :

(B1) Il existe une sous matrice de S monomiale et de dimension (p, p).

(B2) Il existe une sous matrice de A monomiale et de dimension (p, p).

Démonstration 3 Supposons que les conditions (B1) et (B2) sont satisfaites. Après permutation de

ses colonnes, la matrice S peut être écrite selon :

S =




s(1,1) 0 s(1,p+1) s(1,p+2) . . . s(1,n)

. . .
...

0 s(p,p) s(p,p+1) s(p,p+2) . . . s(p,n)


 .

De façon similaire, après permutation de ses lignes, la matrice A peut être réécrite selon :

A =




a1,1 0
. . .

0 ap,p

ap+1,1 ap+1,p

ap+2,1 ap+2,p

...
...

am,1 . . . am,p




.
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Considérons alors une matrice régulière T = [tij ] dont l’inverse est notée T−1 =
[
t♯i,j

]
. Alors :

TS =




t11s(1,1) . . . t1ps(p,p) . . .
...

...

tp1s(1,1) . . . tpps(p,p) . . .


 et AT−1 =




a11t
♯
11 . . . a11t

♯
1p

...
...

appt
♯
1p . . . appt

♯
pp

...
...




d’où on déduit que TS > 0 et AT−1 > 0 si et seulement si T > 0 et T−1 > 0. A partir de la propriété 1,

ceci est équivalent à dire que T est une matrice monomiale. A partir de la propriété 2, on conclut

que la solution est unique car la seule transformation possible correspond soit à une permutation des

sources ou à un changement d’échelle.

A partir de ce résultat, on déduit immédiatement le corollaire suivant qui donne une condition suffisante

sur une matrice X pour l’unicité de sa factorisation en matrices non-négatives :

Corollaire 1 La décomposition de X en A et S selon

X = A S avec A, S > 0, (2.36)

est unique si la condition suivante est satisfaite :

(C1) Il existe une sous matrice monomiale et de dimension (p × p).

2.4.3 Formulation géométrique

Dans ce paragraphe, nous utilisons la notion de cône simplicial pour donner une interprétation

géométrique des résultats de l’unicité de la section 2.4.2. Pour cela, quelques définitions sont nécessaires

[VV99, DS03].

Définition 4 (Cône convexe) Un sous-ensemble C ⊆ R
n est un cône convexe si :

– v1, v2 ∈ C ⇒ v1 + v2 ∈ C
– v ∈ C, λ ∈ R+ ⇒ λv ∈ C

Définition 5 (Cône simplicial) Le cône simplicial généré par un nombre fini de vecteurs

indépendants {v1, . . . ,vp} ∈ R
n
+ est l’ensemble :

C =

{
x|x =

p∑

j=1

ajvj , aj > 0

}

{v1, . . .vp} sont les arêtes du cône simplicial et p représente la dimension du cône : p = dim C. En

rassemblant les vecteurs dans la matrice V = [v1 · · · vp]
T , on peut écrire CV = cone(V ).

A partir de ces deux définitions, il apparâıt que la décomposition de X = A S, avec A > 0, S > 0,

signifie que chaque ligne de X satisfait xj ∈ CS = cone(S).
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Fig. 2.3 – Intersection de Im S avec R
n
+, dans le cas p = 2 et n = 3.

Condition de Chen : En notant K l’enveloppe convexe de la matrice X, les conditions d’unicité

de la factorisation en matrices non-négatives sont données par le théorème suivant [Che84]

Theorem 1 La décomposition de X en A et S est unique si et seulement si le cône simplicial C tel

que K ⊂ C est unique.

Le point critique est que ce théorème ne donne aucun moyen numérique pour vérifier à partir de la ma-

trice de données si sa décomposition en matrices non-négatives est unique ou pas. Par contre, les condi-

tions de la proposition 3 et celles de Donoho-Stodden [DS03] permettent de vérifier numériquement

l’unicité de la solution et admettent une formulation géométrique en accord avec le théorème de Chen.

Conditions proposées : On définit le cône PS = ImS∩R
n
+, qui résulte de l’intersection de l’image

de S avec R
n
+ (voir figure 2.3). La condition (B1) de la proposition 3 correspond à CS = PS alors que

la condition (B2) impose qu’au plus p vecteurs ligne de X sont colinéaires avec les p arrêtes du cône

PS .

Conditions de Donoho-Stodden : La condition suffisante fournie par Donoho-Stodden est for-

mulée sur une classe particulière d’images et se fonde sur la notion de famille factorielle d’articulations

séparables. La première condition de ce théorème est une condition générique et suppose l’existence

de la factorisation. La condition de séparabilité est équivalente à la condition (B1) de la proposition 3,

c’est à dire CS = PS . La dernière condition (échantillonnage factoriel complet) impose qu’il existe au

moins (p−1) vecteurs lignes différents de X sur chacune des p facettes (de dimension (p−1)) du cône

PS . Dans ce cas, il est naturel que le seul cône de dimension p qui inclut tous les vecteurs de X est

le cône PS lui même.
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Fig. 2.4 – Différents cas d’unicité de la factorisation non-négative. Les cercles représentent les vecteurs

de X nécessaire pour assurer l’unicité de la factorisation.

Discussion : La condition suffisante de la proposition 3 peut être retrouvée en se déplaçant sur les

p vecteurs générateurs du cône. Chaque facette du cône est de dimension (p − 1) et chaque vecteur

générateur du cône est inclus dans (p−1) facettes distinctes. Ainsi, nous avons toujours les conditions

que (p−1) vecteurs différents de X appartiennent aux (p−1) facettes du cône. Mais, à ce moment nous

n’avons besoin que de p vecteurs différents au lieu de p(p − 1) de la condition de Donoho-Stodden. A

partir de cette formulation géométrique, nous pouvons déduire les différentes situations dans lesquelles

l’unicité de la factorisation en matrices non-négatives est unique. Ces situations sont représentées dans

la figure 2.4.

Remarque 6 Nous avons étudié dans cette section des conditions nécessaires et des conditions suf-

fisantes pour l’unicité de la solution. Mais, nous n’avons pas pu déterminer des conditions suffisantes

moins restrictives pour garantir l’unicité de la solution. Ce problème reste donc ouvert.

2.4.4 Détermination des solutions admissibles

Une autre question aussi importante est celle liée à la détermination des solutions admissibles lorsque

la factorisation n’est pas unique. La recherche analytique des solutions admissibles est assez délicate

pour un nombre de sources supérieur à deux et nous n’avons pas pu trouver une solution explicite.

Nous utilisons alors une méthode fondée sur la minimisation d’un critère de positivité. Pour cela,

nous reprenons l’algorithme de Sasaki et al. [SKM83]. Les solutions admissibles sont déduites par

des transformations linéaires des vraies sources. On recherche toutes les matrices T qui, appliquées

aux sources et aux coefficients de mélange, permettent de préserver la non-négativité. Une approche

possible, est de rechercher toutes les matrices qui minimisent un critère de positivité Cpos(S̃, Ã),

T̂ = arg min
T

Cpos(S̃, Ã) (2.37)
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où S̃ = TS et Ã = AT−1. L’affectation d’un coût quadratique pour les valeurs négatives

f(x) =





x2 si x < 0,

0 sinon,
(2.38)

permet de déduire le critère suivant :

Cpos(S̃, Ã) =

p∑

j=1

n∑

k=1

f(s̃(j,k)) +

p∑

j=1

m∑

i=1

f(ãij). (2.39)

L’optimisation de ce critère est réalisée par un algorithme du simplexe avec une initialisation aléatoire

de la matrice de transformation. Seules les solutions avec une valeur nulle du critère sont retenues.

En effectuant une simulation de Monte Carlo, nous retrouvons les régions des valeurs admissibles des

paramètres de la matrice de transformation. Afin d’illustrer cet algorithme de recherche des solutions

admissibles, considérons le cas de trois sources ayant une norme L1 qui vaut l’unité. Les sources

utilisées sont illustrées dans la figure 2.5.
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Fig. 2.5 – Signaux sources et coefficients de mélange simulés.

Afin de conserver cette norme L1, la matrice de transformation est écrite sous la forme

T (t1, . . . , t6) =




(1 − t1 − t2) t1 t2

t3 (1 − t3 − t4) t4

t5 t6 (1 − t5 − t6)


 . (2.40)

Afin de minimiser le critère (2.39) par rapport à cette transformation, l’algorithme de simplexe est

appliqué avec plusieurs initialisations différentes. Les valeurs initiales des paramètres de la matrice

T sont simulées à partir d’une loi normale de moyenne nulle et de variance unité. En ne retenant

que les solutions pour lesquelles le critère est nul, et après remise dans le bon ordre des sources,

nous obtenons les valeurs possibles des paramètres de la matrice de transformation et les solutions

admissibles associées à ces paramètres. La figure 2.6 montre quelques valeurs admissibles des couples

(t1, t2), (t3, t4) et (t5, t6). La figure 2.7 montre quelques solutions admissibles en termes de signaux

sources et coefficients de mélange.
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Fig. 2.6 – Valeurs des paramètres des matrices de transformation permettant d’obtenir des solutions

admissibles.
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Fig. 2.7 – Illustration de quelques solutions admissibles en termes de signaux sources (a–c) et coeffi-

cients de mélange (d–f). La solution correcte est tracée en pointillés.

2.5 Séparation de sources non-négatives : quel algorithme ?

Afin d’illustrer la difficulté de séparer des sources non-négatives nous utilisons un exemple simplifié

avec deux sources de 1000 échantillons et à distribution uniforme (p = 2, n = 1000). Les sources sont

simulées à partir d’une loi uniforme sur l’intervalle [0, 1[ puis normalisés à une variance unité. Une

matrice de dimension (m = 10, p = 2) et de distribution uniforme sur l’intervalle [0, 1[ est appliquée

pour la synthèse des observations. Les méthodes NMF, NNICA et JADE sont appliquées pour la

séparation. Les résultats sont affichés dans les plans (s1, s2) et (a1, a2) et pour une meilleur lisibilité,

seulement les 100 premiers échantillons des sources sont tracés. On distingue principalement quatre

cas différents dont les résultats sont analysés séparément et montrés dans les figures (2.8–2.11).
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2.5.1 Coefficients non-négatifs et sources non-négatives et indépendantes

Dans ce cas toutes les méthodes fournissent des résultats corrects, car les conditions requises par les

différentes méthodes sont satisfaites.
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Fig. 2.8 – Cas 1 : Coefficients de mélange non-négatifs et sources mutuellement indépendantes et

non-négatives

2.5.2 Coefficients non-négatifs et sources indépendantes et strictement positives

Dans ce cas, un offset est rajouté aux sources, et par conséquent la condition nécessaire pour l’unicité

de la solution par NMF n’est plus satisfaite, de plus la condition de sources well grounded requise par

NNICA n’est pas satisfaite aussi, ce qui fait que seul JADE fournit un résultat correct dans ce cas.
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Fig. 2.9 – Cas 2 : Coefficients de mélange non-négatifs et sources strictement positives et mutuellement

indépendantes
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2.5.3 Coefficients non-négatifs et sources non-négatives et corrélées

Les sources dépendantes sont obtenues en appliquant d’abord une transformation linéaire aux deux

sources indépendantes et en introduisant un décalage de telle sorte que la condition d’unicité soit

satisfaite. Etant donné que l’hypothèse d’indépendance n’est plus respectée, les méthodes NNICA et

JADE échouent à donner un résultat correct alors que la méthode NMF fournit une solution correcte,

puisque les conditions d’unicité sont vérifiées.
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Fig. 2.10 – Cas 3 : Coefficients non-négatifs et sources non-négatives mais mutuellement dépendantes

2.5.4 Coefficients strictement positifs et sources strictement positives et corrélées

Ce cas est plus délicat car ni l’hypothèse d’indépendance et ni les conditions d’unicité ne sont satisfaites.

Dans ce cas aucune des méthodes considérées ne permettent de faire la séparation avec succès. Cet

exemple illustre la nécessité de développer des algorithmes capables de réaliser la séparation en incluant

des hypothèses supplémentaires sur les sources et sur les coefficients de mélange.
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Fig. 2.11 – Cas 4 : coefficients de mélange strictement positifs et sources corrélées et strictement

positives
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2.6 Conclusion

Dans ce chapitre, nous avons montré que sous certaines conditions, le problème de la séparation

de sources non-négatives admet une solution unique. Ces conditions sont plus flexibles que celles

présentées dans [SHK+01, PSH02]. Un lien avec les travaux de Donoho-Stodden [DS03] a été établi

pour la formulation géométrique des conditions suffisantes pour l’unicité de la factorisation. Les per-

formances d’un algorithme de séparation de sources ou de factorisation en matrices non-négatives

dépendent de la satisfaction des conditions d’unicité ou de la validité de l’hypothèse d’indépendance.

Un résultat intéressant est que si les conditions d’unicité sont satisfaites, l’hypothèse d’indépendance

n’est plus nécessaire pour réaliser la séparation. Par contre, les méthodes NMF échouent dans le cas

où ces conditions ne sont pas satisfaites. De façon similaire appliquer les méthodes ICA dans le cas

où les sources ne sont pas indépendantes mène à une solution incorrecte. Finalement, le cas le plus

délicat est celui où les conditions d’unicité et l’hypothèse d’indépendance ne sont pas satisfaites. C’est

principalement le cas avec les signaux de spectroscopie.
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Chapitre 3

Séparation de sources spectrales par

maximum de vraisemblance

Ce chapitre est consacré à la séparation de sources non-négatives en utilisant l’approche du maximum

de vraisemblance. Après une brève présentation des travaux antérieurs concernant l’application de

cette approche à la séparation de sources. Afin d’adapter cette approche au cas de sources spectrales,

nous représentons la densité de probabilité des signaux sources par une distribution à support non-

négatif afin de prendre en compte explicitement la non-négativité. Outre leurs non-négativité, les

sources spectrales sont parcimonieuses. Nous utilisons alors un modèle de distribution gamma qui

permet de prendre en compte conjointement ces deux informations. Nous discutons deux techniques

d’optimisation possibles et nous illustrons à l’aide de signaux synthétiques les algorithmes qui en

résultent.

3.1 Introduction

Considérons le modèle de mélange linéaire instantané exprimé par

xk = A sk + ek, k = 1, ..., n (3.1)

où les m composantes du vecteur xk représentent les signaux observés, les p signaux sources sont

représentés par le vecteur sk, alors que les coefficients de mélange {aij , i = 1, ..., m}p
j=1 forment une

matrice notée A, de dimension (m×p), appelée matrice de mélange. Chaque colonne de cette matrice

représente le profil d’évolution de la contribution de la source correspondante dans les mélanges ob-

servés. On note ek le vecteur dont les composantes correspondent à un bruit additif d’autocovariance

Re et indépendant des signaux sources. En utilisant une notation matricielle, le modèle de mélange

s’écrit

X = AS + E, (3.2)

où X ∈ R
(m×n) est la matrice des observations, A ∈ R

(m×p) la matrice de mélange, S ∈ R
(p×n) est la

matrice des signaux sources et E ∈ R
(m×n) est la matrice du bruit additif.
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Le problème de séparation consiste à estimer les signaux sources et les coefficients de mélange à

partir de la seule mesure des observations sous la contrainte de non-négativité des signaux sources et

des coefficients de mélange. Dans ce chapitre, nous abordons ce problème en utilisant l’approche du

maximum de vraisemblance pour la séparation. Il est à noter, qu’en adoptant une telle approche pour la

séparation, aucune contrainte de positivité n’est imposée sur la matrice de mélange. Cette contrainte ne

pourra donc qu’être vérifiée a posteriori. Après une présentation succincte de l’approche du maximum

de vraisemblance en séparation de sources, nous discutons l’impact du choix de la distribution des

sources sur le résultat de la séparation. Partant de ce constat, nous présentons une fonction non-linéaire

dérivée à partir de la modélisation de la distribution des sources spectrales par des densités gamma afin

de prendre en compte leur non-négativtié et de représenter au mieux leur parcimonie. Pour résoudre

le problème de maximisation de la vraisemblance, nous utilisons l’algorithme du gradient dans le cas

d’un niveau de bruit négligeable et les algorithmes EM pour le cas d’observations contaminées par un

bruit non-négligeable.

3.2 Séparation de sources par maximum de vraisemblance

L’application de l’approche du maximum de vraisemblance à la séparation de sources a été considérée

par plusieurs auteurs, nous citons à titre d’exemples [GL90b, PGJ92, BC95, Mac96, Car97, PG97,

DZ04, HJP03]. Néanmoins, à notre connaissance, son application au cas de sources positives n’a pas

été envisagée. Avant de proposer un nouvel algorithme de séparation dans le cas de sources spectrales,

quelques rappels sur les principes fondamentaux de cette approche sont nécessaires.

3.2.1 Formulation de la vraisemblance

3.2.1.1 Cas sans bruit

Considérons dans un premier temps le cas ”carré” (m = p) et sans bruit. Pour m > p, une réduction de

dimension de la matrice des données est nécessaire, soit par simple transformation linéaire aléatoire de

dimension (p×m) ou par analyse en composantes principales [Bin03]. Sous l’hypothèse d’indépendance

mutuelle des signaux sources et compte tenu du modèle de mélange xk = A sk, dans le cas carré et

en l’absence de bruit, la vraisemblance s’exprime par :

p(xk|A) =
1

det(A)

p∏

j=1

pj

([
A−1 xk

]
j

)
, (3.3)

où pj(·) est la densité de probabilité de la jème source. En introduisant la matrice séparante, B = A−1,

la vraisemblance devient [GL90b, PGJ92]

p(xk|B) = |det(B)|
p∏

j=1

pj

(
[B xk]j

)
. (3.4)
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Sous l’hypothèse de signaux sources i.i.d, l’estimation de la matrice séparante par maximum de vrai-

semblance est obtenue par

B̂ = arg max
B



|detB|n

n∏

k=1

p∏

j=1

pj

(
[Bxk]j

)


 , . (3.5)

Ce problème de maximisation est équivalent à celui de la minimisation du critère défini par

Ln(X|B) = − log |det(B)| − 1

n

n∑

k=1

p∑

j=1

log pj

(
[B xk]j

)
. (3.6)

3.2.1.2 Cas avec bruit

En supposant un bruit i.i.d gaussien de moyenne nulle et de matrice de covariance Re, la vraisemblance

s’exprime par

p(X|S, A, Re) =
n∏

k=1

N (Ask, Re) . (3.7)

Sous l’hypothèse de sources i.i.d et mutuellement indépendantes

p(S) =
n∏

k=1

p∏

j=1

pj

(
s(j,k)

)
, (3.8)

et en considérant le problème d’identification de la matrice de mélange à partir des sources et des

observations, la vraisemblance sera alors exprimée par

p(X, S|A, Re) =
n∏

k=1

N (Ask, Re) × p (sk) . (3.9)

Le problème se ramène donc à celui de l’estimation conjointe de la matrice du mélange et de la

covariance du bruit par maximisation de la log-vraisemblance complète

(Â, R̂e) = arg max
A, Re

log p(X, S|A, Re) (3.10)

3.2.1.3 Discussion

La séparation effective par maximum de vraisemblance est réalisée en utilisant une méthode de maxi-

misation directe de la vraisemblance ou par minimisation de l’anti log-vraisemblance. On distingue

principalement deux solutions. La première est l’algorithme du gradient relatif [CL96] appelé aussi gra-

dient naturel [ACY96]. La seconde consiste à utiliser les algorithmes Expectation-Maximization (EM)

[DLR77, MK97]. En général, la méthode du gradient est utilisée dans le cas d’un mélange inversible

et d’un bruit d’observation négligeable, alors que les algorithmes EM sont privilégiés dans le cas de

mélanges bruités ou dans le cas d’une matrice de mélange rectangulaire (m > p).
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3.2.2 Optimisation en utilisant l’algorithme du gradient

En l’absence de bruit sur les observations, le critère à minimiser est défini par (3.6). En calculant le

gradient de ce critère par rapport à B, il en résulte

∂

∂B
Ln

(
X|B

)
= −

[
BT

]−1
+

1

n

n∑

k=1

ϕ(Bxk)xT
k , (3.11)

=

[
1

n

n∑

k=1

ϕ(Bxk) (Bxk)
T − I

] [
BT

]−1
, (3.12)

où ϕ(·) est une fonction vectorielle, définie de R
p 7→ R

p tel que

∀z ∈ R
p; ϕj(zj) = − ∂

∂zj
log pj(zj), pour j = 1, ..., p (3.13)

En post-multipliant le gradient par BT B et en notant yk = Bxk, on obtient le gradient relatif/naturel,

exprimé par

∇ (B) =

[
1

n

n∑

k=1

ϕ(yk) (yk)
T − I

]
B, (3.14)

et pour un pas d’adaptation µb, la mise à jour à chaque itération devient

B̂
(r+1)

=

[
(1 + µb) I − µb

1

n

n∑

k=1

ϕ
(
ŷ

(r)
k

) (
ŷ

(r)
k

)T
]

B̂
(r)

, (3.15)

Récapitulatif : La séparation de sources par l’approche du maximum de vraisemblance, en utilisant

le gradient relatif/naturel, se décompose en six étapes :

1. Suppression de la moyenne empirique des signaux de mélange

X = X − (µx ⊗ 11×n) ,

où µx =
1

n

n∑

k=1

x(k) et X est la matrice de données centrées, ⊗ représente le produit de kronecker

et 1m×n une matrice de dimension (m × n) dont tous les éléments valent 1.

2. Réduction de dimension si m > p,

X̃ = W X,

où X̃ est de dimension (p × n) et W est de dimension (p × m). Cette matrice peut être choisie

de façon à effectuer un blanchiment spatial des sources ou par transformation aléatoire positive.

3. Initialisations : B(0), θ(0),

4. Mise à jour de la matrice de séparation B et des signaux sources Y ,





B̂
(r+1)

= B̂
(r) − µ

(r)
b ∇

(
B|θ̂(r)

)
,

Ŷ
(r+1)

= B̂
(r+1)

X̃.
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5. Mise à jour des paramètres des densités de probabilité des sources,

θ(r+1) = θ(r) − µ
(r)
θ ∇

(
θ|Y (r+1)

)
.

Tant que l’algorithme n’a pas convergé vers un point stationnaire, les deux dernières étapes (4)

et (5) sont répétées.

6. Estimation finale des sources est obtenue en rajoutant la moyenne estimée

Ŝ = Ŷ + B̂ W (µx ⊗ 11×n) ,

Remarque : cette méthode d’estimation n’impose pas de façon stricte l’orthogonalité des sources

et par conséquent permet de séparer des signaux dont la matrice d’autocovariance empirique est

différente d’une matrice diagonale. Signalons aussi que l’estimateur du maximum de vraisemblance

peut être appliqué également sous la contrainte d’orthogonalité des sources. Nous pouvons consulter

à ce propos [CL96].

3.2.3 Optimisation en utilisant un algorithme EM

En présence de bruit dans les observations, la maximisation de la vraisemblance est réalisée en utilisant

un algorithme EM.

3.2.3.1 Algorithme EM et ses variantes stochastiques

L’algorithme EM (Expectation Maximization) [DLR77] permet la recherche de la solution du maximum

de vraisemblance. Considérons les données x et les variables dites cachées, s, qui dans un contexte

de séparation de sources correspondent, respectivement, aux observations et aux sources. Les données

complètes sont notées z = (x, s) et notons θ le vecteur de paramètres à estimer par la maximisation

de p(x|θ).

L’algorithme EM à chaque itération (r), est constitué de deux étapes :

1. Étape Expectation, notée E, dans laquelle la fonctionnelle EM est calculée selon

Q
(
θ|θ̂(r)

) △
= E

[
log p(s, x|θ)|x, θ̂

(r)
]
, (3.16)

où θ(r) est la valeur du paramètre obtenue à l’itération précédente.

2. Étape Maximization, notée M, dans laquelle la valeur du paramètre d’intérêt est remise à jour selon

θ̂
(r+1)

= arg max
θ

Q(θ|θ̂(r)
) (3.17)

Ces deux étapes sont alternées jusqu’à convergence de l’algorithme vers un point stationnaire de la

vraisemblance. Lorsque l’une de ces deux étapes (E ou M) est difficile à mettre en œuvre, des variantes

de cet algorithme sont alors adoptées. Dans le cas où la maximisation de la fonctionnelle admet une

solution explicite, alors que l’étape d’évaluation de la fonctionnelle Q(θ|θ(r)) nécessite des calculs

analytiques complexes, une intégration de Monte Carlo sur des réalisations des données manquantes
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obtenues par simulation de la densité conditionnelle p(s|x, θ̂) permettra de surmonter cette difficulté.

C’est le principe de l’algorithme MCEM [WT90] pour Monte Carlo EM. A chaque itération, l’étape

E est divisée en deux étapes

1. Simulation de M(k) réalisations des données manquantes

s(ℓ) ∼ p
(
s|x, θ̂

(r)
)

, pour ℓ = 1, ..., M(r), (3.18)

2. Calcul de la fonctionnelle EM via une intégration de Monte Carlo

Q
(
θ|θ̂(r)

)
≈ 1

M(r)

M(r)∑

ℓ=1

log p
(
x, s(r)|θ̂(r)

)
(3.19)

Le point crucial avec cet algorithme réside dans le choix du nombre de réalisations M(r) qui permet

d’obtenir un meilleur compromis entre coût de calcul, bonne approximation de la fonctionnelle EM

et temps de convergence de l’algorithme. Un grand nombre de simulations réduirait les erreurs d’ap-

proximation de la fonctionnelle EM mais augmenterait sensiblement le coût de calcul. Aucune étude

théorique n’est disponible sur le choix de ce paramètre. Néanmoins, le nombre de réalisations peut

être fixé à une grande valeur au début de l’algorithme et réduit au cours des itérations [DLM99]. Cet

algorithme peut être vu comme une généralisation de l’algorithme SEM (Stochastic EM ) [CD85] qui

a été présenté auparavant avec un nombre de réalisations M(r) fixé à 1. Afin d’éviter des simula-

tions trop nombreuses tout en conservant de bonnes propriétés de convergence, une approximation

stochastique de la fonctionnelle EM a été suggérée dans [DLM99]. La différence de cet algorithme

par rapport aux algorithmes MCEM et SEM réside dans le fait que le calcul de la fonctionnelle EM

prend en compte aussi sa valeur calculée durant les itérations précédentes. L’étape d’approximation

stochastique introduit une suite décroissante de coefficients positifs {γr} et réalise l’approximation de

la fonctionnelle EM selon

Q̂(r+1)
(
θ|θ̂(r)

)
= Q̂(r)

(
θ|θ̂(r)

)
+ γr

[
Q

(
θ|θ̂(r)

)
− Q̂(r)

(
θ|θ̂(r)

)]
. (3.20)

où la fonction Q
(
θ|θ̂(r)

)
est calculée selon la relation (3.19). Une étude de convergence de cet algo-

rithme est présentée dans [DLM99].

3.2.3.2 Application des algorithmes EM en séparation de sources

Plusieurs auteurs ont utilisé ces algorithmes dans le cadre de la séparation de sources par maximum de

vraisemblance [Bel95, MCG97, Att99, Ber00]. Les paramètres d’intérêt dans ce cas sont les coefficients

de mélange et la matrice de covariance du bruit Re ; autrement dit : θ = (A, Re). Les signaux sources

sont formulés comme étant des données manquantes. Comme la maximisation de la vraisemblance est

équivalente à la maximisation de la fonctionnelle EM définie par

Q(θ|θ̂) =

∫
log p(x, s|θ) · p(s|x, θ̂) ds, (3.21)

on exprime donc la log-vraisemblance complète par

log p(x, s|θ) = log p(x|θ) + log p(s|x, θ̂), (3.22)
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où la densité de probabilité conditionnelle des signaux sources est donnée par p(s|x, θ̂).

Dans le cadre de la séparation de sources, à chaque itération (r), le calcul de la fonctionnelle EM

donne [Bel95, Ber00] :

Q
(
θ, θ̂

(r)
)

= −1

2

n∑

k=1

E

[
(xk − Ask)

T
[
R̂

(r)
e

]−1
(xk − Ask)

∣∣xk, θ̂
(r)

]
, (3.23)

qui, en introduisant les matrices de corrélation empirique a posteriori des sources conditionnellement

à la valeur courante du paramètre θ,

R̂xx =
1

n

n∑

k=1

xkx
T
k , (3.24)

R̂
(r)
xs =

1

n

n∑

k=1

xk E

[
sT

k |xk, θ̂
(r)

]
, (3.25)

R̂
(r)
ss =

1

n

n∑

k=1

E

[
sks

T
k |xk, θ̂

(r)
]
, (3.26)

prend alors la forme

Q
(
θ, θ̂

(r)
)

= −n

2
Trace

{[
R̂

(r)
e

]−1
(

R̂xx − A
[
R̂

(r)
xs

]T
− R̂

(r)
xs AT − AR̂ssA

T

)}

− n

2
log

∣∣ det R̂(r)
e

∣∣. (3.27)

En dérivant par rapport à A et Re respectivement, on déduit la solution

Â
(r+1)

= R̂
(r)
xs

[
R̂

(r)
ss

]−1
, (3.28)

R̂
(r+1)
e = R̂xx − Â

(r+1)
[
R̂

(r)
xs

]T
. (3.29)

Récapitulatif : les principales étapes de séparation de sources par l’approche du maximum de

vraisemblance en utilisant l’algorithme EM peuvent être résumées en cinq étapes :

1. Calcul de R̂x et initialisations de Â
(0)

, R̂
(0)
e ;

2. Calcul des statistiques, R̂
(r)
xs et R̂

(r)
ss ;

3. Maximisation de la fonctionnelle EM,

4. Tant que l’algorithme n’a pas convergé vers un point stationnaire, les deux dernières étapes (2)

et (3) sont répétées.

5. Après convergence, réaliser l’estimation des signaux sources à partir de leurs densités a posteriori

p
(
S|X, Â, R̂e, θ̂s

)
.

Discussion : l’estimation de la matrice de mélange et de la matrice de covariance du bruit via

l’algorithme EM nécessite la connaissance des statistiques (3.25) et (3.26) qui requièrent l’estimation

des moments E

[
sT |x, θ̂

(r)
]

et E

[
ssT |x, θ̂

(r)
]
. Hormis le cas d’un modèle de mélange de gaussiennes,

le calcul de ces statistiques n’est pas aisé. Une possibilité pour pallier cette difficulté est de simuler
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les signaux sources à partir de leurs lois conditionnelles a posteriori en utilisant les techniques de

Monte Carlo, ce qui revient à utiliser les algorithmes SEM, MCEM ou SAEM. Néanmoins, en plus de

ce problème de calcul, se pose la question, plus cruciale à notre sens, du choix de la structure de la

densité de probabilité des signaux sources.

3.2.4 Choix de la densité de probabilité des sources

Les solutions obtenues lors de la maximisation de la vraisemblance sont liées au choix des densités de

probabilité des signaux sources. Dans le cas de l’algorithme du gradient, la fonction de séparation doit,

idéalement, correspondre exactement à la densité de probabilité des sources [PGJ92, PG97, Car98].

Le tableau 3.1 illustre quelques densités et les fonctions non-linéaires correspondantes. Cependant, à

l’exception de certaines applications comme les communications numériques [BC94, BC95], ces densités

de probabilité ne sont pas connues a priori. Il faudra alors les estimer en même temps que la matrice

de séparation. Le problème de séparation se ramène donc à une estimation conjointe de la matrice

de séparation et des distributions des signaux sources. La distribution des sources est approchée soit

en utilisant les statistiques d’ordre supérieur [GL90b, Com94] ou par un modèle paramétrique [PP96,

MCG97].

Tab. 3.1 – Quelques densités de probabilité et fonctions non-linéaires correspondantes.

Gaussienne Laplacienne Cauchy Logistic

p(x) = 1√
2 π

e−x2/2 p(x) = 1
2 e−|x| p(x) = 1

π (1 + x2)−1 p(x) = (1 + e−x)
−2

e−x

−5 0 5
0

0.5

x

p(x)

−5 0 5
0

0.5

x

p(x)

−5 0 5
0

0.5

x

p(x)

−5 0 5
0

0.4

x

p(x)

ϕ(x) = 2x ϕ(x) = x · |x|−1 ϕ(x) = 2x · (1 + x2)−1 ϕ(x) = tanh (x/2)

−5 0 5
−5

0

5

x

ϕ(x)

−5 0 5
−2

0

2

x

ϕ(x)

−5 0 5
−2

0

2

x

ϕ(x)

−5 0 5
−2

0

2

x

ϕ(x)

La première solution consiste à utiliser les statistiques d’ordre supérieur à deux pour l’approximation

des densités de probabilité des sources. Gaeta et Lacoume [GL90b, GL90a] ont obtenu une approxi-

mation de la log-vraisemblance en utilisant un développement de Gram-Charlier et de façon similaire,

Comon [Com94] a proposé une approximation par un développement d’Edgeword. Une alternative

à cette approche est d’utiliser un modèle paramétrique de la distribution des sources [CM99]. Le

choix d’un modèle de distributions est effectué de sorte à prendre en compte certaines informations

préalables sur la distribution des sources recherchées. Le tableau 3.2 présente quelques exemples de

distributions.
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Tab. 3.2 – Quelques modèles de densité de probabilité et leurs fonctions de séparation associées

distribution paramètres θ p(x; θ) ϕ(x; θ)

Gaussienne généralisée α > 0, β > 0
α

2
· β1/α

Γ(1/α)
e−β|x|α αβx · |x|α−2

Student α > 0, β > 0
β2/

√
α

B (α/2, 1/2)

[
1 +

β

α
x2

]−(α+1)/2 (1 + α)β

α + βx2

Mélange de gaussiennes α > 0, β > 0

√
β

2π

(
e−β (x+α)2 + e−β (x−α)2

)
βx − α tanh(βx)

3.2.4.1 Distribution gaussienne généralisée

Cette famille a été utilisée dans [CCA00, CM99]. Le paramètre α permet d’ajuster la forme de la

distribution et β est un paramètre de dispersion. Pour α = 1, la distribution correspond à une loi

laplacienne, pour α = 2 la distribution correspond à une loi normale et lorsque α tend vers l’infini la

distribution tend vers une loi uniforme.

3.2.4.2 Distribution de Student

Cette famille a été utilisée dans [CM99, Mac96] et la distribution de Cauchy en est un cas particulier

pour α = 1.

3.2.4.3 Mélange de distributions

Une premier mélange est celui d’une distribution sous-gaussienne avec une distribution sur-

gaussienne [LGS99]. La fonction non-linéaires sont définie par

ϕ(x) =





ϕ+(x) = x − tanh(x) pour une source sur-gaussienne,

ϕ−(x) = x + tanh(x) pour une source sous-gaussienne.
(3.30)

Le choix entre l’une des deux fonction non-linéaire est réalisée soit selon le signe du kurtosis de chaque

source estimée ou encore de façon à satisfaire la condition suffisante de stabilité de l’algorithme du

gradient [Car00]

E
[
ϕ′(x)x2

]
− E [ϕ(x)x] > 0. (3.31)

Un modèle plus général consiste à approcher le densité de probabilité des sources à l’aide d’un

mélange de gaussiennes [MCG97, Att99]. Ce modèle est très avantageux, notamment dans le cas

de sources qui possèdent des distributions multimodales [Ber00] ou encore dans le cas de sources

non-stationnaires [Sno03].

3.2.4.4 Système de Pearson

Ce système représente une famille de distributions dont la densité p(x) est solution de l’équation

différentielle
dp(x)

dx
=

(x − a)

bo + b1x + b2x2
p(x). (3.32)
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Les paramètres de cette densité sont estimés en utilisant la méthode des moments. La fonction de

séparation résultante est exprimée par

ϕ(x) =
a − x

bo + b1x + b2x2
. (3.33)

Ce modèle a été utilisé pour la séparation de sources par [KK02].

3.2.4.5 Discussion

En plus de l’aspect simplification des calculs lors de l’estimation, le choix d’un modèle de densité

de probabilité des signaux sources permet une formulation explicite d’informations préalables sur les

signaux sources. On peut donc dire que la séparation par maximum de vraisemblance consiste à trou-

ver les composantes indépendantes dans la classe de distributions choisie. Par exemple, les modèles

de gaussienne généralisée et de Student supposent implicitement que les sources sont à distributions

symétriques et unimodales. D’autre part, le système de Pearson et le modèle de mélange de gaus-

siennes permettent de considérer des densités asymétriques ou multi-modales. Dans le cadre de notre

application, tous ces modèles ne prennent pas en compte explicitement la non-négativité des signaux

sources. Dans le paragraphe suivant, nous proposons une densité de probabilité utilisable dans le cas

de sources spectrales et qui permet de prendre en compte explicitement la non-négativité des sources

et l’asymétrie de leur distributions.

3.3 Séparation de sources spectrales par l’approche du maximum

de vraisemblance

3.3.1 Modélisation de la distribution des sources

Afin de séparer des sources non-négatives, il est nécessaire de représenter la distribution des signaux

sources par des densités de probabilité à support non-négatif. Plusieurs modèles statistiques peuvent

être utilisés, néanmoins en prenant compte d’autres informations supplémentaires sur les signaux

sources, certaines densités seront privilégiées. Dans le cadre de l’analyse des signaux spectroscopiques,

les données présentent une parcimonie qui se traduit par une concentration de la densité de probabilité

des sources proche du zéro. Une bonne loi candidate pour prendre compte ces information est la loi

gamma à deux paramètres.

La densité Gamma à deux paramètres est exprimée par

s ∼ G(α, β) ⇔ p(s) =
βα

Γ(α)
sα−1 exp [−βs] × I[0,+∞[(s), (3.34)

où Γ(a) est la fonction gamma et I[0,+∞[(s) est la fonction indicatrice, définie par

I[0,+∞[(s) =





1 si s ∈ [0, +∞[,

0 sinon.
(3.35)

La densité gamma appartient à la famille exponentielle et englobe la densité exponentielle, la densité

de la loi du khi-2 et la densité d’Erlang comme cas particuliers [SO94]. Cette distribution présente



3.3 Séparation de sources spectrales par l’approche du maximum de vraisemblance 57

deux caractéristiques qui justifient son utilisation : (i) celle-ci prend en compte explicitement la non-

négativité ; (ii) ses paramètres α et β, permettent d’adapter sa forme à plusieurs situations. La figure

3.1 illustre les trois formes typiques de cette distribution. Le premier cas est bien adapté pour coder

la parcimonie vu la concentration de sa distribution au voisinage de zéro (pour α < 1), alors que le

deuxième cas permet de prendre en compte le cas de sources parcimonieuses superposées à un arrière-

plan. Le troisième cas montre que la densité Gamma peut tendre vers une distribution uniforme à

support positif. Bien qu’aucun choix n’est totalement objectif, nous pensons que la densité gamma est

la distribution la plus flexible en terme d’adaptativité aux différentes situations.
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Fig. 3.1 – Illustration de la forme de la densité de probabilité Gamma.

3.3.2 Séparation en utilisant l’algorithme du gradient

3.3.2.1 Synthèse d’une fonction non-linéaire

En choisissant une densité gamma comme modèle de distribution des sources, la fonction non-linéaire

correspondante est exprimée par

ϕgam(s; α, β) = − ∂

∂s
log p(s; α, β) (3.36)

= β − (α − 1)/s pour s > 0. (3.37)

Cette fonction non-linéaire est définie pour des sources positives alors que durant l’optimisation les

estimations intermédiaires des sources peuvent présenter des valeurs négatives. Il faut alors redéfinir

cette fonction non-linéaire pour que celle-ci soit également définie pour s 6 0. Une possibilité consiste

à introduire une rectification selon

ϕrect(s; α, β) = β − (α − 1)/ max(s, ǫ), (3.38)

où le seuil ǫ est fixé à une faible valeur. L’introduction d’une telle rectification peut être formulée

également à partir d’une modification de la loi a priori attribuée aux signaux sources de telle sorte à

prendre en compte la possibilité d’obtenir des valeurs négatives mais avec une très faible probabilité.

En effet, si l’on associe aux signaux sources la loi suivante

p(s) ∝





sα−1 exp
{
− βs

}
pour s > ǫ

exp
{
λ(s − ǫ)

}
pour s < ǫ,

(3.39)
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où λ = (α−1)/ǫ−β. Le calcul de la fonction non-linéaire associée à cette distribution permet d’obtenir

la fonction définie par l’équation (3.38). Cette loi, que nous appellerons dans ce qui suit densité gamma

modifiée, peut être vue comme un mélange de distributions

p(s) = ρ p+(s) + (1 − ρ) p−(s), (3.40)

où les deux densités p+(s) et p−(s) sont définies par





p+(s) =
βα

Γ(α) − γ(βǫ, α)
sα−1 exp {−βs} × I[ǫ,+∞[(s),

p−(s) = λ exp {λ(s − ǫ)} × I]−∞,ǫ](s),

(3.41)

où γ(x, a) est la fonction gamma incomplète

γ(x, a) =

∫ x

0
t(a−1) exp{−t} dt.

Le coefficient ρ est choisi de telle sorte à assurer la continuité de la fonction p(s) en s = ǫ. Ce qui

donne

ρ p+(ǫ) = (1 − ρ) p−(ǫ) ⇒ ρ =
1

1 + p+(ǫ)/p−(ǫ)
. (3.42)

La figure 3.2(a) illustre l’allure de la distribution gamma modifiée pour (α = 1.1, β = 2) et trois

valeurs différentes de ǫ. Nous pouvons noter que lorsque ce seuil tend vers zero, la distribution gamma

modifiée se rapproche de plus en plus de la distribution gamma. La figure 3.2(b) illustre la forme de

la fonction non-linéaire résultante pour ǫ = 0.01.
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Fig. 3.2 – Illustration de distribution gamma modifiée et de la fonction non-linéaire résultante.

3.3.2.2 Stabilité de l’algorithme

Des conditions suffisantes pour la stabilité de l’algorithme du gradient relatif/naturel sont exprimées

par [ACC97, Car00]

E[ϕ′(s̃j)s̃
2
j ] − E[ϕ(s̃j)s̃j ] > 0, ∀ j = 1, . . . , p (3.43)
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où E[f(s̃j)] sont les moments non-linéaires des sources centrées

s̃j = sj − E[sj ] = sj − αj/βj . (3.44)

Le calcul de ces moments donne

E[ϕ′(s̃j)s̃
2
j ] = E

[
(αj − 1)

s̃2
j

· s̃2
j

]
= (αj − 1), (3.45)

et

E[ϕ(s̃j)s̃j ] = E [βj s̃j − (αj − 1)] = (1 − αj). (3.46)

Par conséquent, une condition suffisante pour la stabilité de l’algorithme est

αj > 1, j = 1, . . . , p. (3.47)

A partir de cette condition de stabilité, il apparâıt que seules des densités gamma ayant un paramètre

de forme α > 1 peuvent être utilisées.

3.3.2.3 Estimation des paramètres des sources

Les paramètres des densités gamma θ = [α1, . . . , αp, β1, . . . , βp]
T sont estimés conjointement avec la

matrice de séparation par la maximisation de la fonction de vraisemblance conjointe
(
B̂, θ̂

)
= arg max

B,θ
p(X|B, θ), (3.48)

La minimisation du critère qui en résulte est réalisée par un algorithme de gradient alterné mettant

à jour, à chaque itération, la matrice de séparation en utilisant la dernière estimation du vecteur

de paramètres et en utilisant la nouvelle valeur de la matrice de séparation pour mettre à jour les

paramètres. La mise à jour de la matrice de séparation étant réalisée selon l’équation (3.15) alors que

les paramètres des densités gamma sont mis à jour à partir de la dernière estimation des sources,

en utilisant un algorithme du gradient. Soit s(j,1:n) l’estimation la plus récente de la jème source

qui est supposée distribuée selon une loi gamma dont on veut estimer les paramètres (αj , βj). La

vraisemblance s’exprime selon

p
(
s(j,1:n)|αj , βj

)
=

(
β

αj

j

Γ(αj)

)n n∏

k=1

(
s
αj−1

(j,k)

)
exp

{
−

n∑

k=1

βjs(j,k)

}
, (3.49)

et le critère associé est défini par

J (s(j,1:n)|αj , βj) = − 1

n
log p

(
s(j,1:n)|αj , βj

)
, (3.50)

= −αj log βj + log Γ(αj) − (αj − 1)
1

n

n∑

k=1

log s(j,k) +
1

n

n∑

k=1

βjs(j,k). (3.51)

En utilisant l’algorithme du gradient, la mise à jour des paramètres à chaque itération r est réalisée

par 



α
(r+1)
j = α

(r)
j − µα∇αJ

(
s(j,1:n)|α(r)

j , β
(r)
j

)
,

β
(r+1)
j = β

(r)
j − µβ∇βJ

(
s(j,1:n)|α(r+1)

j , β
(r)
j

)
,

(3.52)
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où (µα, µβ) sont des pas d’adaptation et les gradients du critère par rapport aux deux paramètres sont

donnés par 



∇αJ (s(j,1:n)|α(r)
j , β

(r)
j ) = − log β

(r)
j + ψ(α

(r)
j ) − 1

n

n∑

k=1

log s(j,k)

∇βJ (s(j,1:n)|α(r+1)
j , β

(r)
j ) = −α

(r+1)
j /β

(r)
j +

1

n

n∑

k=1

s(j,k),

où ψ(α) =
d

dα
Γ(α) est la fonction digamma [AS72]. En tenant compte des conditions de stabilité (3.47)

et de la définition de la densité gamma, les valeurs de αj et βj sont contraintes à αj > 1 et βj > 0.

3.3.3 Séparation en utilisant l’algorithme MCEM

3.3.3.1 Formulation de la densité conditionnelle a posteriori des données manquantes

On donne l’écriture des densités conditionnelles a posteriori des données manquantes. La vraisem-

blance est écrite selon

p(X|A, S, Re) =
n∏

k=1

N (Ask, Re) ; (3.53)

La densité conditionnelle a posteriori des signaux sources est donnée par

p(S|X, A, Re) ∝ p(X|A, S, Re) × p(S|θs); (3.54)

où la densité a priori est donnée par

p(S|θs) =

n∏

k=1

p∏

j=1

G(αj , βj); (3.55)

avec θs = [α1, . . . , αp, β1, . . . , βp]
T . La densité conditionnelle a posteriori des données manquantes est

exprimée par

p(S|X, A, Re, θs) =

n∏

k=1

N (µsk, Rs) ×
n∏

k=1

p∏

j=1

G(αj , βj). (3.56)

où Rs =
(
AT R−1

e A
)−1

et µsk = RsA
T R−1

e xk. Cette densité conditionnelle a posteriori dépend aussi

de la valeur des paramètres de la densité a priori des signaux sources. Pour une estimation non-

supervisée, ces hyperparamètres doivent aussi être inférés. Ainsi, la densité conditionnelle a posteriori

des données manquantes est réécrite selon

p(S, θs|X, A, Re) ∝ p(S|X, A, Re, θs) × p(θs), (3.57)

où p(θs) est la densité a priori des hyperparamètres θs.

3.3.3.2 Simulation de la densité conditionnelle a posteriori des données manquantes

Afin de simuler la densité (3.57), une version scalaire de l’algorithme de Gibbs est utilisée. A chaque

itération (ℓ = 1, . . . , M(r)), l’algorithme de Gibbs consiste à
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1. simuler, pour k = 1, . . . , n, les variables

s
(ℓ+1)
(1,k) ∼ p

(
s(1,k)|s(ℓ)

(2:p,k), θ
likel
s(1,k)

, θprior
s1

)
, (3.58)

...

s
(ℓ+1)
(j,k) ∼ p

(
s(1,k)|s(ℓ+1)

(1:j−1,k), s
(ℓ)
(j+1:p,k), θ

likel
s(j,k)

, θprior
sj

)
, (3.59)

...

s
(ℓ+1)
(p,k) ∼ p

(
s(1,k)|s(ℓ+1)

(1:p−1,k), θ
likel
s(1,1:n)

, θprior
sp

)
, (3.60)

où θlikel
s(j,1:n)

=
{

x(1:m,1:n), s
(r+1)
(1:j−1,1:n), s

(r)
(j+1:p,1:n), A, Re

}
et θprior

sj =
{

α
(r)
j , β

(r)
j

}
.

2. simuler, pour j = 1, . . . , p, les paramètres

α
(r+1)
j ∼ p

(
αj |s(ℓ+1)

(j,1:n), β
(ℓ)
j

)
, (3.61)

β
(r+1)
j ∼ p

(
αj |s(ℓ+1)

(j,1:n), α
(ℓ+1)
j

)
. (3.62)

L’annexe A présente les détails du calcul des densités conditionnelles a posteriori des sources et les

techniques proposées pour la simulation de ces densités sont présentées dans l’annexe B. L’annexe C

décrit la méthode proposée pour la simulation des paramètres des densités gamma.

Illustration : Cet algorithme est appliqué pour simuler la densité (3.56) avec des paramètres :

µs =

[
0.5

1

]
, Rs =

[
0.1 ρ12

ρ12 0.1

]
, αs =

[
0.5

2

]
et βs =

[
1

1

]
, (3.63)

où le coefficient ρ12 permet d’envisager le cas de sources indépendantes et le cas de sources corrélées.

Le nombre de réalisations simulées est M = 5000 et le nombre d’itérations de chauffage est fixé à 10

itérations. Nous pouvons constater sur la figure 3.3 que les échantillons possèdent des distributions

similaires à celles des distributions cibles. Cet exemple illustre que l’algorithme proposé permet de

réaliser le simulation de la densité conditionnelle a posteriori des sources.

3.3.3.3 Estimation des statistiques requises pour la maximisation

A partir de réalisation simulées à partir de la densité conditionnelle des sources, les statistiques

nécessaires pour l’étape de maximisation dans l’algorithme EM sont approchées par

E

[
sT

k |xk, θ̂
(r)

]
≈ 1

M(r)

M(r)∑

ℓ=1

[
s

(ℓ)
k

]T
, (3.64)

E

[
sks

T
k |xk, θ̂

(r)
]
≈ 1

M(r)

M(r)∑

ℓ=1

s
(ℓ)
k

[
s

(ℓ)
k

]T
, (3.65)
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Fig. 3.3 – Illustration de l’algorithme de simulation de la densité conditionnelle a posteriori des

sources.

et les matrices sont mises à jour par

R̂
(r+1)
xs = (1 − γr) R̂

(r)
xs + γr


 1

nM(r)

n∑

k=1

M(r)∑

ℓ=1

xk

[
s

(ℓ)
k

]T


 , (3.66)

R̂
(r+1)
ss = (1 − γr) R̂

(r)
ss + γr


 1

nM(r)

n∑

k=1

M(r)∑

ℓ=1

s
(ℓ)
k

[
s

(ℓ)
k

]T


 . (3.67)

Les quantités M(r) et γr permettent de choisir le type d’algorithme (SEM, MCEM ou SAEM). L’or-

ganigramme de la méthode qui en résulte est illustré par la figure 3.4.

3.4 Illustration des algorithmes sur des données synthétiques

Cette section a pour but d’illustrer l’approche de séparation de sources non-négatives par maximum

de vraisemblance. Les signaux sources et les coefficients de mélange sont simulés avec des formes

similaires aux données spectroscopiques. La figure 3.5 montre un exemple de signaux sources qui sont

normalisés à une variance unité afin de lever l’indétermination d’échelle. Ces sources possèdent des
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Fig. 3.4 – Organigramme simplifié de la méthode de séparation par MCEM
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Fig. 3.5 – Signaux sources simulés.

coefficients de corrélation mutuelle {ρ12 = 0.13, ρ13 = −0.18, ρ23 = −0.22} et la matrice de mélange

est arbitrairement choisie de la forme

A =




0.150 0.250 0.600

0.350 0.450 0.200

0.600 0.300 0.100


 . (3.68)
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3.4.1 Séparation en utilisant l’algorithme du gradient relatif

Des observations avec un faible niveau de bruit sont considérées. Un bruit gaussien i.i.d est rajouté aux

observations de telle sorte à avoir un RSB de 40 dB sur chaque observation. L’approche de séparation

par maximum de vraisemblance et gradient relatif a été appliquée en utilisant la fonction non-linéaire

déduite à partir de la distribution gamma modifiée. Une analyse de Monte Carlo est réalisée avec 100

simulations dans lesquelles les valeurs initiales de la matrice de séparation sont choisis à partir d’une

loi normale de moyenne nulle et variance unité. La figure 3.6 résume le résultat d’une analyse de Monte

Carlo avec 100 simulations l’évolution de l’anti log-vraisemblance au cours des itérations ainsi que la

courbe de convergence des coefficients de la matrice du système globale B̂A durant l’optimisation.

On note, d’une part, une stabilisation de la vraisemblance après 5000 itérations et d’autre part, la

convergence de la matrice séparante vers l’inverse de la matrice de mélange. Après 10000 itérations et

après correction des indéterminations d’ordre et d’échelle, la valeur de cette matrice est

B̂A =




1.0006 0.0023 0.0036

0.0038 1.0003 0.0053

0.0053 0.0011 1.0012


 . (3.69)

Les termes diagonaux de cette matrice sont très petits, ce qui signifie une bonne estimation de la

matrice de mélange et par conséquent une séparation des composantes non-négatives avec succès,

même si ces sources présentent des corrélation mutuelles significatives.

0 0.5 1 1.5 2

x 10
4

0

2

4

6

8
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Fig. 3.6 – Séparation par maximum de vraisemblance et gradient relatif.

Afin d’illustrer la pertinence de ce résultat, nous avons appliqué également la méthode du maxi-

mum de vraisemblance avec une fonction non-linéaire tangente hyperbolique et sans blanchiment des

données. Le système global moyen résultant d’une analyse de Monte Carlo avec 100 simulation,

B̂A =




1.0184 −0.1611 0.1626

0.1079 0.9916 0.0558

0.0070 0.1698 1.0238


 , (3.70)



3.4 Illustration des algorithmes sur des données synthétiques 65

montre que, comparée à la méthode fondée sur le modèle de distribution gamma modifiée, la qualité

de séparation dans ce cas est médiocre.

3.4.2 Séparation en utilisant l’algorithme MCEM

Un bruit additif gaussien i.i.d est rajouté de telle sorte à obtenir un RSB de 20 dB sur chaque

observation. La séparation dans ce cas est réalisée en utilisant l’algorithme SAEM avec M = 10 et

γ = 0.95. Une simulation de Monte Carlo avec 100 initialisations différentes est réalisée. La valeur

initiale de la matrice de mélange est obtenue arbitrairement à partir d’une loi uniforme U(0, 1). Les

résultats de cette analyse sont montrés dans la figure 3.7. La figure 3.7(a) montre l’évolution moyenne

de la log-vraisemblance durant l’optimisation par l’algorithme SAEM et la figure 3.7(b) montre l’erreur

de reconstruction des sources en fonction du nombre d’itérations. Nous pouvons noter la convergence

de l’algorithme après une quarantaine d’itérations vers une solution où les sources sont reconstruites

avec une faible erreur quadratique moyenne. D’autre part, la visualisation des coefficients de mélange

estimés pour une initialisation particulière montre la présence d’un faible écart par rapport au valeurs

vraies. Cet écart s’explique, d’une part, par la présence du bruit et l’erreur d’approximation des

statistiques des données manquantes et, d’autre part, par le fait que l’estimateur du maximum de

vraisemblance perd ses propriétés statistiques pour un nombre fini d’échantillons.
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Fig. 3.7 – Séparation par maximum de vraisemblance et algorithme SAEM.
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Fig. 3.8 – Évolution des estimations des coefficients de mélange au cours des itérations de l’algorithme

MCEM.
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3.5 Conclusion

Dans ce chapitre nous avons proposé deux algorithmes de séparation de sources non-négatives en uti-

lisant l’approche du maximum de vraisemblance. Cette approche peut être appliquée à la séparation,

à condition d’utiliser un modèle de distribution des sources qui permet de prendre en compte ex-

plicitement la non-négativité. La première contribution de ce chapitre est la synthèse d’une fonc-

tion non-linéaire qui permet d’appliquer les techniques d’analyse en composantes indépendantes à la

séparation de sources non-négatives et non-orthogonales. A un niveau de bruit non-négligeable, l’uti-

lisation de cette première méthode fondée sur l’optimisation par gradient relatif n’est plus adéquate.

Une deuxième contribution consiste en l’utilisation d’un algorithme MCEM pour la maximisation de la

vraisemblance en présence de bruit. Néanmoins, l’approche du maximum de vraisemblance ne garantit

pas la positivité des coefficients de mélange et dès que la distribution des vraies sources s’éloigne d’une

densité gamma ou encore dans le cas d’un niveau de bruit important des coefficients de mélange à

valeurs négatives peuvent être estimés. Afin de résoudre le problème de séparation sous les contrainte

de non-négativité des signaux sources et des coefficients de mélange, nous proposons dans le chapitre 4

une méthode fondée sur approche bayésienne.



Chapitre 4

Séparation de sources spectrales par

approche bayésienne

Ce chapitre traite le problème de séparation de sources spectrales en utilisant une approche bayésienne.

La méthodologie de séparation de sources par inférence bayésienne est rappelée succinctement dans un

premier temps, et par la suite une inférence fondée sur la modélisation de la distribution des signaux

sources et des coefficients de mélange par des densités gamma est présentée. La méthode proposée est

illustrée à l’aide de signaux synthétiques.

4.1 Introduction

Le modèle de mélange linéaire instantané est exprimé par

xk = A sk + ek, pour k = 1, ..., n, (4.1)

où sk représente le vecteur (n × 1) des signaux sources
{
s(j,k)

}p

j=1
, xt le vecteur (m × 1) des signaux

mesurés
{
x(i,k)

}m

i=1
, ek le vecteur (m×1) représentant un bruit additif et A est la matrice de mélange

de dimension (m×p) et contenant les coefficients de mélange {aij ; i = 1, . . . , m}p
j=1, et k est un indice

de la variable d’observation (temps, fréquence, nombre d’onde, etc.). Ayant toutes les observations et

en utilisant une notation matricielle, le modèle de mélange s’exprime par

X = AS + E, (4.2)

où les matrices X ∈ R
m×n, S ∈ R

p×n et E ∈ R
m×n contiennent, respectivement, les observations, les

signaux sources et le bruit. En supposant que le nombre de sources connu, le problème de séparation

peut être formulé comme suit : à partir des observations, estimer conjointement les signaux sources et

les coefficients de mélange.

Dans le chapitre 3, deux méthodes d’analyses issues de l’approche de séparation par maximum de

vraisemblance. La particularité de cette approche est de pouvoir choisir la densité de probabilité des

sources. Ainsi le choix d’une distribution à support positif permet de prendre en compte explicitement

la non-négativité des signaux sources. Cependant, la non-négativité des coefficients de mélange n’est

pas assurée et n’est vérifiée qu’a posteriori. Afin de prendre en compte cette information conjointement
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sur les signaux sources et sur les coefficients de mélange le recours à une approche bayésienne pour la

séparation est plus adéquat.

4.2 Approche bayésienne pour la séparation de sources

La formulation du problème de séparation de sources dans un cadre d’estimation bayésienne est assez

récent. Les premiers travaux remontent à Rowe [Row98], Roberts [Rob98] et Knuth [Knu98, Knu99]

qui ont présenté des algorithmes dans lesquels, en plus d’un modèle a priori sur les signaux

sources, des informations sur les coefficients de mélange sont introduites. L’article de Mohammad-

Djafari [MD99] présente les liens avec les méthodes d’analyse en composantes indépendantes et le

cadre général de la méthodologie de séparation de sources par approche bayésienne. En fonction

des informations considérées et des modèles probabilistes utilisés, plusieurs orientations ont été sui-

vies. Par exemple, le cas de communications numériques où les signaux sources possèdent des dis-

tributions discrètes et connues a priori a été abordé dans [SA00]. Dans le cas de sources à dis-

tribution continue, les contributions se focalisent sur la modélisation de la distribution des sources

par des mélanges de gaussiennes [SMD01b, SD02] de façon à considérer la multi-modalité et la

non-stationnarité des signaux sources. Plus récemment, les travaux de [FGW04, SI05] montrent

que la parcimonie est une information supplémentaire qui peut être introduite pour la séparation,

même dans le cas sous-déterminé. Néanmoins, seulement quelques auteurs se sont focalisés sur

le cas particulier de la séparation de sources non-négatives mélangées avec des coefficients non-

négatifs [OSAMB99, MM01, RC03, MMDBC04, MBCMD04, MBMDC05, MCBMD05].

L’avantage principal de l’approche estimation bayésienne est qu’elle offre un cadre théorique favorable

pour traiter un tel problème car la non-négativité des coefficients de mélange peut être prise en compte

explicitement d’une part, et d’autre part, la formulation probabiliste du problème permet d’utiliser des

méthodes Monte Carlo par Châınes de Markov [GRS99, Rob99, CSI00] qui offrent une alternative à la

résolution analytique des problèmes d’optimisation, notamment dans le cas de densités de probabilité

a posteriori complexes ou multidimentionnelles. Des rapports très complets sur l’approche bayésienne

pour la séparation de sources sont fournis dans les rapports de thèses de Sénécal [Sén02, part. 2] et

Snoussi [Sno03, chap. 2].

4.2.1 Principe de la séparation bayésienne

L’idée principale de l’approche bayésienne en séparation de sources est de prendre en compte toute in-

formation préalablement disponible sur les signaux sources et les coefficients de mélange. Le problème

est formulé dans un cadre probabiliste en affectant des densités de probabilité aux différentes variables.

Le modèle direct est décrit par la vraisemblance qui résulte de la modélisation du processus d’observa-

tion et le modèle inverse est caractérisé par la traduction des informations disponibles sur les signaux

sources et les coefficients de mélange par des densités de probabilité a priori. Le point fondamental

dans l’estimation bayésienne est le théorème de Bayes qui permet de fusionner toutes ces informations

afin de déduire une description probabiliste a posteriori des variables recherchées. En séparation de
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sources, le théorème de Bayes permet d’écrire

p(S, A|X) = p(X|S, A) × p(S, A) ÷ p(X), (4.3)

où p(X|S, A) est la vraisemblance, p(S, A) est la densité de probabilité conjointe a priori de S et

A et p(X) est la ”densité de probabilité” des observations, qui peut être vue comme un terme de

normalisation. Étant donné que les variables recherchées sont A et S, et afin de simplifier l’écriture

en ne gardant que les termes dans lesquels apparaissent les variables d’intérêt, l’équation (4.3) peut

être exprimée par une relation de proportionnalité

p(S, A|X) ∝ p(X|S, A) × p(S, A). (4.4)

D’une façon générale, il est totalement justifié de supposer que la matrice de mélange est indépendante

des signaux sources et par conséquent on peut écrire

p(S, A|X) ∝ p(X|S, A) × p(S) × p(A). (4.5)

En notant θ l’ensemble des hyperparamètres du problème, θ = {θe, θs, θa}, qui sont les paramètres

inconnus des densités de probabilité affectées aux différentes variables du modèle. Ainsi, la relation (4.5)

devient

p(S, A|X, θ) ∝ p(X|S, A, θe) × p(S|θs) × p(A|θa). (4.6)

Si l’on se place dans la situation où l’on ne connâıt pas les valeurs de ces hyperparamètres, il est

nécessaire de les estimer également. Il faut alors les prendre en compte dans (4.6) en écrivant

p(S, A, θ|X) ∝ p(X|S, A, θe) × p(S|θs) × p(A|θa) × p(θ) (4.7)

C’est principalement à partir de cette densité de probabilité a posteriori que les différents estimateurs

sont construits. Les estimateurs qui peuvent être utilisés sont le maximum conjoint a posteriori (JMAP

pour joint maximum a posteriori), le maximum marginal a posteriori (MMAP pour marginal maxi-

mum a posteriori) et la moyenne marginale a posteriori (MPM pour marginal posterior mean). En

pratique, le choix d’un estimateur particulier est très lié à la technique de calcul utilisée pour la

résolution du problème d’optimisation.

4.2.2 Techniques d’estimation bayésienne pour la séparation de sources

La résolution du problème de séparation de sources par une approche bayésienne nécessite deux étapes

importantes dans lesquelles certains choix doivent être faits. La première concerne la description

probabiliste des différentes variables. En général les erreurs d’observation sont décrites par un

modèle gaussien, bien que dans d’autres cas des modèles poissonniens seront plus adéquats. Par

ailleurs, le point crucial est celui du choix du modèle a priori sur la distribution des sources et

les coefficients de mélange. Pour une information disponible, plusieurs descriptions probabilistes

peuvent être employées par différents statisticiens, d’où le caractère subjectif de cette étape [Rob01].

Néanmoins, la complexité des calculs bayésiens et les prédispositions du statisticien sont des facteurs

importants qui favorisent certains modèles par rapport à d’autres. Le deuxième point concerne la
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définition du risque bayésien dont résulte le critère à optimiser pour l’estimation. En général, cette

étape de définition de l’estimateur est très conditionnée par la complexité des calculs nécessaires

pour l’optimisation numérique. On en distingue les algorithme EM et les méthodes MCMC. Les

algorithmes EM sont généralement utilisés pour la recherche du maximum a posteriori alors que

les algorithmes MCMC permettent de simuler des châınes de Markov ayant comme distribution

stationnaire la densité conjointe a posteriori. A partir de ces échantillons, des approximations de ces

statistiques peuvent être calculées en utilisant la méthode de Monte Carlo. En général l’estimateur

de la moyenne marginale a posteriori est choisi pour cause de simplicité de calcul. Un couplage entre

les algorithmes MCMC et les techniques du recuit simulé fournit une méthode d’obtention d’une

estimation du maximum marginal a posteriori (MMAP) [DGR02].

Plus concrètement, dans le cadre de séparation de sources, l’étape cruciale est celle de la recherche de

l’information préalable sur les signaux sources et les coefficients de mélange susceptible d’assurer une

bonne séparation. Idéalement, cette information doit non seulement assurer l’unicité de la solution mais

aussi doit permettre d’obtenir une solution correcte. Suit alors une étape de codage de cette information

via un choix de la densité de probabilité a priori la plus adéquate. Dans le chapitre précédent, nous

avons discuté les différents modèles qui ont été employés en littérature pour représenter les signaux

sources afin de prendre en compte des informations telles que la multi-modalité, la non-stationnarité

et la parcimonie. Nous avons montré que pour séparer des sources non-négatives il faut utiliser des

modèles a priori qui consistent en des distributions à support non-négatif. Cette orientation a été

également retenue pour la séparation par une approche bayésienne.

4.3 Séparation de sources non-négatives par approche bayésienne

En adoptant une approche statistique pour la séparation, et afin de prendre en compte explicitement

cette information de non-négativité, il est nécessaire de représenter la distribution des signaux sources

et des coefficients de mélange par des densités à support non-négatif. Cependant, il existe une multi-

tude de densités à support non-négatif et le choix d’une distribution particulière est sujet à discussion.

Considérer un modèle en adéquation avec d’autres informations ou hypothèses supplémentaires ren-

drait ce choix mieux justifié. Nous présentons le modèle probabiliste pour la séparation de sources

non-négatives et les calculs bayésiens nécessaires pour la résolution du problème d’estimation via une

simulation Monte Carlo par châınes de Markov.

4.3.1 Modélisation probabiliste

4.3.1.1 Observations

Le bruit additif est supposé i.i.d , gaussien, de moyenne nulle et de matrice de covariance Re =

diag{σ2
1, . . . , σ

2
m}. En utilisant le modèle de mélange (4.1), la vraisemblance sera exprimée par

p (X|A, S, θe) =

m∏

i=1

n∏

k=1

N




p∑

j=1

aij s(j,k), σ
2
i


 . (4.8)
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où θe =
[
σ2

1, . . . , σ
2
m

]T
.

4.3.1.2 Signaux sources

Les signaux sources sont supposés mutuellement indépendants et les échantillons de chaque signal sont

supposés indépendants et identiquement distribués. En d’autres termes,

p(S) =

p∏

j=1

n∏

k=1

p(s(j,k)). (4.9)

Cette hypothèse d’indépendance temporelle des signaux permet de spécifier simplement qu’on ne

tient pas compte d’une éventuelle structure ”temporelle” des signaux sources. Afin de coder la non-

négativité, chaque échantillon d’un signal source
{
s(j,k), k = 1, ..., n

}
doit être représenté par une

densité à support non-négatif. Nous utilisons une densité gamma de paramètres αj , βj comme loi a

priori pour chaque source, mais cas paramètres peuvent être différents d’une source à une autre. La

densité de probabilité a priori des signaux sources est exprimée par

p(S|θs) =

p∏

j=1

n∏

k=1

G (αj , βj) , (4.10)

où G(α, β) représente la densité Gamma de paramètres α et β. Le vecteur θs = [α1, . . . , αp, β1, . . . , βp]
T

contient les paramètres de toutes les distributions a priori.

4.3.1.3 Coefficients de mélange

Afin de prendre en compte la non-négativité des coefficients de mélange, chaque j-ème colonne de

la matrice de mélange est considérée distribuée selon une densité gamma de paramètres (γj , δj). Ces

paramètres sont supposés constants pour chaque profil d’évolution mais peuvent être différents pour

des sources distinctes. Sous ces hypothèses, la densité de probabilité a priori des coefficients de mélange

est exprimée par

p (A|θa) =
m∏

i=1

p∏

j=1

G
(
γj , δj

)
, (4.11)

où θa = [γ1, . . . , γp, δ1, . . . , δp]
T .

Discussion : ce modèle a priori sur les sources peut être simplifié en considérant le cas particulier

d’une densité exponentielle en fixant la valeur de α à l’unité. Une deuxième possibilité dans le cas de

réactions chimiques évolutives comme les cinétiques chimiques une contrainte de douceur peut être

rajoutée sur les profils d’évolutions des coefficients de mélange.

4.3.1.4 Densité conjointe a posteriori

En utilisant le théorème de Bayes et notant θ le vecteur qui contient les variances du bruit et les

paramètres des densités a priori des signaux sources et des coefficients de mélange θ = [θe; θs; θa], la
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densité de probabilité conjointe a posteriori des sources et des coefficients de mélange s’exprime par

p (S, A|X, θ) ∝

m∏

i=1

n∏

k=1

N




p∑

j=1

aij s(j,k), σ
2
i


 ×

n∏

k=1

p∏

j=1

G(αj , βj) ×
m∏

i=1

p∏

j=1

G(γj , δj). (4.12)

Puisque les paramètres des densités a priori des sources et les variances des séquences de bruit ne

sont pas connues au préalable, il faut alors les inférer en même temps que les signaux sources et les

coefficients de mélange. Pour cela, la densité conjointe a posteriori est ré-écrite comme suit

p (S, A, θ|X) ∝ p (S, A|X, θ) × p (θ) , (4.13)

où des densités a priori sont spécifiées pour tous les hyperparamètres θ = [θe; θs; θa].

4.3.2 Interprétation du critère et liens avec les méthodes existantes

4.3.2.1 Estimation par JMAP

A partir de la densité a posteriori (4.13), plusieurs estimateurs bayésiens peuvent être utilisés pour

l’estimation des signaux sources, coefficients de mélange et les hyperparamètres. La maximisation

conjointe de cette densité conduit à l’estimateur du maximum conjoint a posteriori JMAP. Cet esti-

mateur correspond également à la minimisation conjointe par rapport S et A du critère défini par

Φ(S, A, θ|X) = − log p (S, A, θ|X) . (4.14)

Ce critère est composé de trois parties,

Φ(S, A|X, θ) = ΦL(S, A|X, θe) + ΦP1(S|θs) + ΦP2(A|θa) (4.15)

où ΦL, ΦP1 et ΦP2 sont donnés par

ΦL =
m∑

i=1

n∑

k=1

1

2 σ2
i

(
x(i,k) −

p∑

j=1

aij s(j,k)

)2
, (4.16)

ΦP1 =

p∑

j=1

(1 − αj)
n∑

k=1

log s(j,k) +

p∑

j=1

n∑

k=1

βj s(j,k), (4.17)

ΦP2 =

p∑

j=1

(1 − γj)
m∑

i=1

log aij +

p∑

j=1

m∑

i=1

δjaij . (4.18)

Le premier terme ΦL de ce critère est l’erreur quadratique moyenne alors que les deux derniers termes

sont des critères de régularisation qui permettent d’éviter des valeurs négatives de S et A respective-

ment.

Concernant la résolution du problème d’optimisation, nous avons préalablement présenté une ap-

proche d’estimation JMAP [MMDBC04], où l’estimation est réalisée par une procédure de gradient

alternée. A chaque itération, les signaux sources sont mis à jour en utilisant la dernière estimation des
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signaux sources, ensuite ces nouvelles estimations sont utilisées pour mettre à jour les coefficients de

mélange {
Ŝ

(r+1)
= Ŝ

(r) − µ
(r+1)
s ∇sΦ

(
S(r), Â

(r)
)
⊙ Ŝ

(r)
,

Â
(r+1)

= Â
(r) − µ

(r+1)
a ∇AΦ

(
ŝ(r+1), A(r)

)
⊙ Â

(r)
,

où ⊙ représente la multiplication terme à terme, µ
(r+1)
s et µ

(r+1)
a sont les paramètres d’adaptation qui

contrôlent la convergence de l’algorithme. ∇sΦ et ∇AΦ sont les gradients du critère par rapport à S et

A, respectivement. Notons que la multiplication du gradient par Ŝ
(r)

et Â
(r)

permet de satisfaire les

conditions de Kuhn-Tucker pour la minimisation d’une fonction sous la contrainte de non-négativité

[Kau93, BTT91]. Les hyperparamètres sont estimés par maximisation de leurs densité conditionnelle

a posteriori à chaque itération, quant au pas d’adaptation une procédure de recherche par la méthode

du nombre d’or [PTVF92] permet de fixer le meilleur pas d’adaptation. Le point critique avec cette

procédure d’optimisation est assez classique car il est largement fréquent de constater la convergence

de l’algorithme du gradient vers un minimum local et par conséquent une bonne initialisation est

nécessaire pour obtenir des solutions adéquates. Un choix possible est de considérer les mesures les

plus décorrélées comme initialisation pour les signaux sources. Afin de réduire cette dépendance vis-

à-vis de l’initialisation, qui constitue la principale limitation de cette approche, nous pensons que les

algorithmes stochastiques sont bien adaptés.

4.3.2.2 Liens avec les méthodes existantes

Cette approche peut être liée avec quelques méthodes existantes : (i) si l’on considère un a priori

uniforme positif et l’estimateur du JMAP, on obtient le critère des moindres carrés contraints mini-

misé par les approches NMF et ALS ; (ii) le cas {αj = 1}p
j=1 , {βj = β}p

j=1 , {γj = 1}p
j=1 , {δj = 0}p

j=1

correspond à considérer un modèle exponentiel sur la distribution des sources et mène à un critère

de régularisation similaire à celui minimisé par la méthode NNSC ; (iii) dans le cas de la méthode

PMF [PT94, Paa97], le critère minimisé est donné par

J2(S, A|X, θ) =
m∑

i=1

n∑

k=1

1

2σ2
(i,k)

(
x(i,k) −

p∑

j=1

aij s(j,k)

)2

− α

p∑

j=1

n∑

k=1

log s(j,k) + β

p∑

j=1

n∑

k=1

s2
(j,k) − γ

p∑

j=1

m∑

i=1

log aij + δ

p∑

j=1

m∑

i=1

a2
ij . (4.19)

où (α, β, γ, δ) sont des paramètres de régularisation. Cette méthode de moindres carrés pénalisés utilise

une fonction de pénalité de la forme

f(z; α, β) = −α log z + βz2, with z > 0, (4.20)

qui correspond à utiliser une densité

p(z; α, β) = K(α, β) exp [−f(z; α, β)] = K(α, β) zα exp
[
−βz2

]
avec z > 0, (4.21)

où K(α, β) = 2β(α+1)/2/Γ((α + 1)/2). Par transformation de variable aléatoire, on peut montrer que

cette loi correspond à supposer une distribution gamma sur z2 avec des paramètres ([α + 1]/2, β).
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La figure 4.1 illustre trois formes typiques de cette densité et montre sa ressemblance avec la densité

Gamma montrée dans la figure 3.1. D’autre part dans les méthodes NNSC et PMF, les valeurs des

hyperparamètres doivent être fixées a priori et sont supposés similaires pour tous les signaux sources et

pour tous les coefficients de mélange, ce qui correspond à utiliser la même densité a priori sur toutes les

sources et sur tous les profils de coefficients de mélange. Par contre, l’approche proposée suppose que

ces paramètres peuvent être différents et sont estimés conjointement avec les sources et les coefficients

de mélange, ce qui rend le modèle a priori plus flexible. Un autre point est celui de la non convexité des

deux critères J1 et J2, ce qui rend l’utilisation des méthodes d’optimisation déterministes plus délicat.

Afin d’éviter ces difficultés, nous utilisons par la suite une méthode d’optimisation stochastique fondée

sur les méthodes MCMC.
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Fig. 4.1 – Illustration de la densité a priori associée à la méthode PMF pour (a) α = 0, β = 1, (b)

α = 0.1, β = 1 et (c) α = 2, β = 1

4.3.3 Estimation par simulation MCMC

L’objectif des méthodes de Monte Carlo par châınes de Markov est de simuler des données distribuées

selon la densité conjointe a posteriori, et ensuite de construire des estimateurs à partir de ces données.

Pour ce qui est de l’estimation, nous utilisons l’estimateur de la moyenne marginale a posteriori

(MPM),

Ŝ = E[S|X], Â = E[A|X] et θ̂ = E[θ|X]. (4.22)

L’objectif de l’algorithme de Gibbs est de simuler une châıne de Markov stationnaire ergodique dont

les échantillons suivent asymptotiquement la densité de probabilité a posteriori p (S, A, θ|X). Les

estimations des signaux sources et coefficients de mélange sont alors calculées à partir des échantillons

simulés. La procédure de simulation MCMC dans le cas général est rappelée dans un premier temps,

et par la suite non détaillerons les étapes de simulation pour le cas de la séparation de sources non-

négatives avec des a priori gamma sur les signaux sources et coefficients de mélange.

4.3.3.1 Méthodologie

La figure 4.2 donne l’organigramme de la méthodologie de séparation de sources par approche

bayésienne et simulation MCMC : afin de simuler p (S, A, θ|X), à chaque itération r, les étapes

principales de l’algorithme de Gibbs consistent à
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Initialisations : {S, A, θs , θa , θe}

S(r+1) ← S(r); X, A(r), θs
(r), θe

(r)

θs
(r+1) ← θs

(r); S(r+1)

A(r+1) ← A(r); X, S(r+1), θa
(r), θe

(r)

θa
(r+1) ← θa

(r); A(r+1)

θe
(r+1) ← θe

(r); X, S(r+1), A(r+1)

r > rmax?

r = r + 1

r = 0

non oui

?

?

?

?

?

?

6

?

?

?

Estimation :
{

Ŝ, Â, θ̂s , θ̂a , θ̂e

}

Fig. 4.2 – Organigramme simplifié de la méthode de séparation par simulation MCMC

1. simuler les signaux sources S(r+1) à partir de

p
(
S|X, A(r), θ(r)

)
∝ p

(
X|S, A(r), θ(r)

)
× p

(
S

∣∣θ(r)
)

; (4.23)

2. simuler les coefficients de mélange A(r+1) à partir de

p
(
A

∣∣X, S(r+1), θ(r)
)
∝ p

(
X

∣∣S(r+1), A, θ(r)
)
× p

(
A|θ(r)

)
; (4.24)

3. simuler les hyperparamètres θ(r+1) à partir de

p
(
θ
∣∣X, S(r+1), A(r+1)

)
∝ p

(
X

∣∣S(r+1), A(r+1), θ
)
× p

(
S(r+1)

∣∣θ
)
× p

(
A(r+1)

∣∣θ
)
× p (θ) . (4.25)

Il existe principalement trois types d’hyperparamètres, θe,θs et θa, qui sont supposés indépendants a

priori. La troisième étape de l’algorithme peut donc être divisée en trois parties :

3.1 simuler les hyperparamètres du bruit θ
(r+1)
e à partir de

p
(
θe

∣∣X, S(r+1), A(r+1)
)

∝ p
(
X

∣∣S(r+1), A(r+1), θ1

)
× p (θe) ; (4.26)

3.2 simuler les hyperparamètres des signaux sources θs
(r+1) à partir de

p
(
θs

∣∣S(r+1)
)
∝ p

(
S(r+1)

∣∣θs

)
× p (θs) ; (4.27)
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3.3 simuler les hyperparamètres des coefficients de mélange θa
(r+1) à partir de

p
(
θa

∣∣A(r+1)
)
∝ p

(
A(r+1)

∣∣θa

)
× p (θa) . (4.28)

4.3.3.2 Schéma détaillé de la simulation

Nous décrivons maintenant d’une façon détaillée l’implantation de l’algorithme de Gibbs pour la

séparation de sources non-négatives. Nous utilisons la version scalaire de l’algorithme et afin de sim-

plifier les équations, nous introduisons les notations suivantes y(1:n), z(1:m,1:p) qui représentent res-

pectivement {yi}n
i=1 et

{
z(i,j)

}(m,p)

(i=1,j=1)
. Nous introduisons également, les notations θlikel

z et θprior
z qui

représentent les paramètres des lois p(x|z, θlikel
z ) et p(z|θprior

z ).

Après une initialisation aléatoire de toutes les variables, chaque itération r de l’algorithme consiste à

1. pour j = 1, ..., p et t = 1, ..., n, simuler s
(r+1)
(j,k) à partir de la densité a posteriori conditionnelle

p
(
s(j,k)

∣∣x(1:m,k), θ
likel
s(j,k)

, θprior
s(j,k)

)
, (4.29)

avec 



θlikel
s(j,t)

=
{

s
(r+1)
(1:j−1,k), s

(r)
(j+1:p,t), a

(r)
(1:m,1:p), σ

(r)
(1:m)

}
,

θprior
s(j,k)

=
{

α
(r)
j , β

(r)
j

}
.

(4.30)

2. pour i = 1, ..., m et j = 1, ..., p, simuler a
(r+1)
ij à partir de la densité a posteriori conditionnelle

p
(
aij

∣∣x(1:m,k), θ
likel
aij

, θprior
aij

)
, (4.31)

avec 



θlikel
aij

=
{

a
(r+1)
(i,1:j−1), a

(r)
(i,j+1:p), s

(r+1)
(1:p,1:n), σ

(r)
i

}
,

θprior
aij =

{
γ

(r)
j , δ

(r)
j

}
.

(4.32)

3. pour i = 1, ..., m, simuler
(
σ2

i

)(r+1)
à partir de la densité a posteriori conditionnelle

p
(
1/σ2

i

∣∣x(i,1:n), a
(r+1)
(i,1:p), s

(r+1)
(1:p,1:n)

)
; (4.33)

4. pour j = 1, ..., p, simuler α
(r+1)
j à partir de la densité a posteriori conditionnelle

p
(
αj

∣∣s(r+1)
(j,1:n), β

(r)
j

)
; (4.34)

5. pour j = 1, ..., p, simuler β
(r+1)
j à partir de la densité a posteriori conditionnelle

p
(
βj

∣∣s(r+1)
(j,1:n), α

(r+1)
j

)
; (4.35)

6. pour j = 1, ..., p, simuler γ
(r+1)
j à partir de la densité a posteriori conditionnelle

p
(
γj

∣∣a(r+1)
(1:m,j), δ

(r)
j

)
; (4.36)

7. pour j = 1, ..., p, simuler δ
(r+1)
j à partir de la densité a posteriori conditionnelle

p
(
δj

∣∣a(r+1)
(1:m,j), γ

(r+1)
j

)
. (4.37)
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Après rmax itérations de l’algorithme, les estimations des signaux sources et des coefficients de mélange

sont obtenues par 



ŝ(j,k) =
1

rmax − rmin

rmax∑

r=rmin+1

s
(r)
(j,k);

âij =
1

rmax − rmin

rmax∑

r=rmin+1

a
(r)
ij ;

(4.38)

pour i = 1, ..., m, j = 1, ..., p et k = 1, ..., n.

La valeur rmin est le nombre d’itérations qui correspondent au temps de chauffe de l’échantillonneur.

Les échantillons simulés pendant ces itérations ne sont pas pris en compte pour l’estimation. A partir

de ces échantillons d’autres statistiques a posteriori peuvent être calculées et les histogrammes peuvent

être présentés.

4.3.4 Densités conditionnelles a posteriori

Toutes les densités conditionnelles requises par l’algorithme de Gibbs sont détaillées dans ce para-

graphe.

4.3.4.1 Signaux sources

La densité conditionnelle a posteriori de chaque échantillon des signaux sources s(j,k) est obtenue selon

p
(
s(j,k)

∣∣x(1:m,t), θ
likel
s(j,k)

, θprior
s(j,k)

)
∝ p

(
x(1:m,k)

∣∣s(j,k), θ
likel
s(j,k)

)
× p

(
s(j,k)

∣∣θprior
s(j,k)

)
, (4.39)

où θlikel
s(j,k)

et θprior
s(j,k)

sont définis dans (4.30). La vraisemblance est déduite à partir de la vraisemblance

jointe définie dans l’équation (4.8).

p
(
x(1:m,k)

∣∣s(j,k), θ
likel
s(j,k)

)
∝ exp




−

(
s(j,k) − µlikel

s(j,k)

)2

2
[
σlikel

sj

]2





, (4.40)

où 



[
σlikel

sj

]2
=




m∑

i=1

[
a

(r)
ij

]2

[
σ

(r)
i

]2




−1

,

µlikel
s(j,k)

=
1

[
σlikel

sj

]2

m∑

i=1

a
(r)
ij ε

(−j)
(i,k)[

σ
(r)
i

]2 ,

et ε
(−j)
(i,k) = x(i,k) −

j−1∑
ℓ=1

a
(r)
iℓ s

(r+1)
(ℓ,k) −
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(ℓ,t). En prenant en compte de la loi a priori
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s(j,k)

)
, (4.41)

la densité a posteriori conditionnelle est donnée par

p
(
s(j,k)

∣∣x(1:m,k), θ
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s(j,k)

, θprior
s(j,k)
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∝ s
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(
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)
.

(4.42)
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Cette densité n’est par une loi usuelle, sa simulation nécessite donc l’utilisation d’une méthode de

simulation par rejection [Dev86], tel que l’algorithme de Metropolis-Hastings. Nous décrivons dans

l’annexe B l’algorithme proposé pour la simulation de cette densité.

4.3.4.2 Coefficients de mélange

La densité a posteriori conditionnelle de chaque coefficient de mélange aij est exprimée par

p
(
aij

∣∣x(i,1:n), θ
likel
aij

, θprior
aij

)
∝ p

(
x(i,1:n)

∣∣aij , θ
likel
aij

)
× p

(
aij

∣∣θprior
aij

)
, (4.43)

où θlikel
aij

et θprior
aij sont définie par (4.32).

La vraisemblance est déduite à partir de (4.8) et exprimée par

p
(
x(i,1:n)

∣∣aij , θ
likel
aij

)
∝ exp

{
− 1

2
(
σlikel

aij
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(
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, (4.44)

avec 
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(ℓ,k) . En prenant compte la densité a priori du coefficient

de mélange
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cette densité conditionnelle a posteriori sera alors donnée par

p
(
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Cette densité conditionnelle n’étant pas usuelle, sa simulation est réalisée en utilisant les mêmes

développements que pour les signaux sources.

4.3.4.3 Variances du bruit

La densité a posteriori conditionnelle de chaque variance des séquences de bruit est obtenue par

p
(
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. (4.47)

L’estimation des variances en utilisant une loi a priori uniforme ou une loi de Jeffreys sur (σ2
i ), donne

une solution dégénérée [SMD01a]. Ce problème de dégénérescence est éliminé en prenant une loi inverse
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gamma comme loi a priori sur ces variances, ce qui est aussi une loi conjuguée [Rob01]. A partir de

l’expression de la vraisemblance, nous pouvons constater que cette loi conjuguée est une distribution

gamma pour
(
1/σ2

i

)

p
(
1/σ2

i

)
= G

(
αprior

σ2
i

, βprior
σ2

i

)
, (4.48)

et mène à une loi a posteriori conditionnelle donnée par

p
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avec 
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(4.50)

Dans le cas de l’estimation de la variance, les paramètres αprior
σ2

i

et βprior
σ2

i

sont choisis de sorte à ce que

cet a priori couvre l’intervalle des valeurs possibles de cette variance.

4.3.4.4 Hyperparamètres des signaux sources

La densité conditionnelle a posteriori de chaque hyperparamètre αj est donnée par

p
(
αj

∣∣s(r+1)
(j,1:n), β

(r)
j

)
∝
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∝
1

Γ(αj)n
exp

{(
n log β

(r)
j +
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k=1

log s
(r+1)
(j,k)

)
αj

}
× p(αj). (4.52)

Afin de prendre en compte la non-négativité du paramètre αj , une loi a priori exponentielle de

paramètre δprior
αj est utilisée comme loi a priori, ce qui conduit à une densité conditionnelle a posteriori

donnée par

p (αj |sj , µj) ∝

(
1

Γ(αj)
exp

{
δpost
αj

αj

})n

, (4.53)

où

δpost
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= log β
(r)
j +

1

n
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k=1

log s
(r+1)
(j,k) − 1

n
δprior
αj

.

Cette densité n’est pas usuelle, donc sa simulation nécessite l’utilisation d’un algorithme Metropolis-

Hastings. La technique utilisée pour simuler cette densité est décrite en annexe.

Concernant les paramètres β(1:p), la densité conditionnelle a posteriori de chaque paramètre est

données par

p
(
βj

∣∣s(r+1)
(j,1:n), α

(r+1)
j

)
∝ β

nα
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j
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{
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On peut noter rapidement qu’une loi conjuguée pour le paramètre βj est une densité gamma,

βj ∼ G
(
αprior

βj
, βprior

βj

)
, (4.55)
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ce qui mène à une densité conditionnelle a posteriori qui est aussi une loi gamma

(
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αpost
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avec des paramètres 
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,

βpost
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s(j,k) + βprior
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(4.57)

4.3.4.5 Hyperparamètres des coefficients de mélange

Les coefficients de mélange sont aussi représentés par des densités gamma comme loi a priori, alors les

paramètres γ(1:p) et δ(1:p) sont simulés de la même façon que les hyperparamètres des signaux sources.

4.4 Illustration de l’algorithme

Le fonctionnement de la méthode proposée est illustré sur un exemple synthétique permettant de

discuter toutes les étapes de l’estimation par MCMC. Dans ce qui suit, nous utiliserons le sigle BPSS

(pour Bayesian Positive Source Separation) afin de désigner le méthode de séparation proposée avec

un a priori gamma sur les sources et sur les coefficients de mélange. Les signaux sources sont simulés

de telle sorte à obtenir des mélanges de formes similaires aux signaux de spectroscopie. La figure 4.3

montre les signaux sources et les coefficients de mélange simulés (m = 3, p = 3 et n = 1000). Un bruit

i.i.d gaussien de moyenne nulle et de variance σ2 = 0.01 est rajouté à chaque observation.
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Fig. 4.3 – Signaux sources et coefficients de mélange simulés.



4.4 Illustration de l’algorithme 81

L’algorithme de séparation par approche bayésienne est appliqué en utilisant les valeurs de pa-

ramètres données dans le tableau 4.1. Une particularité de ce choix des paramètres des densités a

priori des hyperparamètres est que les densités résultants tendent vers des loi quasi-uniformes sur

l’intervalle ]0, +∞[. La seule information qui est introduite par ce choix est la positivité des pa-

ramètres
{
σ2

i , αj , βj , γj , δj

}
. Par ailleurs, après supervision des châınes de Markov simulées le nombre

d’itérations de chauffe et le nombre maximal d’itérations sont fixés respectivement à 500 et 10000.

Paramètre αprior
σ2

i

βprior
σ2

i

λprior
αj αprior

βj
βprior

βj
λprior

γj αprior
δj

βprior
δj

Valeur 2 0.001 0.001 2 0.001 0.001 2 0.001

Tab. 4.1 – Valeurs des paramètres des lois a priori associées aux variances du bruit, aux signaux

sources et aux coefficients de mélange.

4.4.1 Analyse des châınes de Markov

La figure 4.4 montre les 1000 premiers échantillons des châınes de Markov simulées en utilisant l’al-

gorithme proposé. L’analyse des châınes simulées permet d’approcher les distributions marginales a

posteriori des différentes variables.

0 200 400 600 800 1000
0

0.1

0.2

0.3

0.4

0.5

Nombre d’itérations
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Fig. 4.4 – Châınes de Markov des variances du bruit et des coefficients de mélange

L’un des apports de cette méthode par rapport aux algorithmes NNSC et PMF réside dans la

possibilité d’estimer les hyperparamètres durant la simulation MCMC. La Figure 4.5 montre les his-

togrammes des hyperparamètres. Il est à noter que les valeurs de ces paramètres sont différentes et
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que les paramètres α1, α2 et α3 sont inférieures à l’unité, ce qui correspond à utiliser des lois a priori

gamma dont la forme est illustrée par le premier cas de la figure 3.1. La figure 4.6 résume les histo-

grammes des coefficients de mélange et la figure 4.7 montre que les sources estimées sont très similaires

avec les vraies sources.
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Fig. 4.5 – Histogrammes des paramètres des lois a priori des signaux sources et des coefficients de

mélange.
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Fig. 4.6 – Histogrammes des coefficients de mélange simulés.
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Fig. 4.7 – Signaux sources estimés par approche bayésienne.

4.4.2 Temps de calcul

Le temps de calcul de l’algorithme dépend du nombre d’échantillons, du nombre d’observations et du

nombre de sources. Celui-ci est est aussi fonction du nombre total d’itérations de la simulation de

Monte Carlo. Afin d’analyser l’influence de ces facteurs, une étude du temps de calcul est réalisée en

faisant varier les ordres (m, n, p). La figure 4.8 montre que la durée de traitement augmente de façon



84 Chapitre 4 : Séparation de sources spectrales par approche bayésienne

linéaire avec ces trois paramètres. Pour des dimensions de taille moyenne, le calcul peut être réalisé

en une durée raisonnable. Par exemple, pour (m = 10, n = 1000, p = 4) le temps nécessaire pour

5000 itérations est de 8 minutes. En revanche, pour des dimensions plus larges ou pour un nombre

d’itérations plus élevé, une durée plus longue sera nécessaire pour le traitement.
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Fig. 4.8 – Temps de calcul par itération.

4.5 Conclusions

Dans ce chapitre, nous avons abordé le problème de séparation de sources non-négatives en utilisant

une approche bayésienne. La méthode proposée consiste à utiliser une densité gamma comme modèle a

priori sur la distribution des sources et des coefficients de mélange. L’estimation conjointe des signaux

sources, des coefficients de mélange et des hyperparamètres est réalisée en utilisant les méthodes

MCMC. Par contre, une question fondamentale est celle de l’adéquation du modèle de distribution

gamma pour le cas de sources spectrales. Néanmoins, nous pouvons dire que le choix d’une telle

distribution permet d’obtenir une solution particulière parmi les solutions admissibles qui soient le

plus indépendantes possibles et dont la distribution est la plus proche d’une densité gamma. Ainsi les

performances de la méthode BPSS vont dépendre de la capacité de la densité gamma à représenter la

distribution des sources recherchées. Dans le cas où les signaux d’intérêt possèdent des densités très

éloignées d’une densité gamma, il faut alors chercher des hypothèses ou contraintes supplémentaires

en plus de la non-négativité.



Chapitre 5

Analyse des performances et

comparaisons

Ce chapitre a pour objectifs l’analyse des performances des algorithmes développés aux chapitres 3 et

4 et l’étude comparative avec quelques méthodes usuelles de séparation de sources et de factorisation

en matrices non-négatives. L’analyse est réalisée avec des signaux synthétiques de formes similaires

aux données spectroscopiques. Nous discutons l’influence de trois facteurs sur les performances des

algorithmes : (i) la corrélation mutuelle des sources, (ii) le niveau de bruit dans les observations et

(iii) la présence d’un arrière-plan sur les sources.

5.1 Mise au point des simulations

5.1.1 Simulation des spectres purs

Afin d’obtenir des signaux sources de formes similaires aux spectres de composantes chimiques, nous

utilisons un modèle simplifié dans lequel chaque source est représentée par la superposition de plusieurs

motifs élémentaires de formes lorentzienne et gaussienne, dont les amplitudes et les paramètres de

position et de dispersion sont choisis de façon pseudo-aléatoire. Ce modèle est décrit par

sj(k) =
L∑

ℓ=1

αjℓ fjℓ(k; νjℓ, γjℓ, ρjℓ), (5.1)

où αjℓ > 0;∀ℓ et les L motifs élémentaires fjℓ(k; νjℓ, γjℓ, ρjℓ) sont définis par

fjℓ(k; νjℓ, γjℓ, ρjℓ) = ρjℓ
1

γjℓ
exp

[
−(k − νjℓ)

2

2γ2
jℓ

]
+ (1 − ρjℓ)

1√
πγjℓ

γ2
jℓ

γ2
jℓ + (k − νjℓ)2

. (5.2)

Noter que ce modèle est utilisé en spectroscopie pour la modélisation des spectres [GM82, IAT00].

Pour simuler un spectre de n points, à l’aide de ce modèle, les paramètres {αjℓ, νjℓ, γjℓ, ρjℓ} sont choisis

arbitrairement selon

αjℓ ∼ N+(0, 1), νjℓ ∼ U(0, n − 1), ρjℓ ∼ U(0, 1), γ2
jℓ ∼ U(γ2

min, γ2
max). (5.3)

où γmin et γmax contrôlent la largeur minimale et la largeur maximale des motifs élémentaires. La

figure 5.1 montre un exemple de sources normalisées (variance unité) obtenues à l’aide de ce modèle.
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Fig. 5.1 – Allure des signaux sources simulés et leurs histogrammes. Les paramètres de synthèse sont

K = 15, γmax = 10, γmin = 2n. Ces sources présentent les coefficients de corrélation mutuelle suivants

corr(s1, s2) = −0.16, corr(s1, s3) = −0.24, et corr(s2, s3) = +0.27.

5.1.2 Simulation des coefficients de mélange

Les coefficients de mélange peuvent être simulés arbitrairement à partir d’une loi uniforme à support

positif. Cependant, afin de se rapprocher des signaux expérimentaux, nous avons choisi de les simuler

à partir d’un modèle d’évolution des concentrations des espèces lors d’une réaction chimique. Pour

cela, considérons une cinétique dans le cas d’un processus de réactions successives de premier ordre,

A1
κ1−→ A2

κ2−→ A3, ou κ1, κ2 sont les constantes de vitesse des réactions. Dans ce cas, la réaction

possède un seul intermédiaire réactionnel avant d’atteindre un état quasi-stationnaire où seulement la

troisième espèce sera présente. Les concentrations des différentes espèces sont données par les relations

suivantes [Nic05]




C(i,1) = e−κ1ti ;

C(i,2) = κ1
κ2−κ1

(
e−κ1ti − e−κ2ti

)
;

C(i,3) = 1 − C(i,1) − C(i,2),

(5.4)

où C(i,j) est la concentration de l’espèce Aj à l’instant ti. Dans le cas de plusieurs sources p > 3, le

modèle général est un peu plus complexe. Un modèle simplifié est défini par les équations suivantes




C(i,1) = e−κ1ti ,

C(i,j) =

j−1∏

ℓ=1

(
1 − e−κℓti

)
e−κjti , pour j = 2, ..., p − 1,

C(i,p) = 1 −
p−1∑
j=1

C(i,j),

(5.5)
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dans lesquelles nous supposons que κ1 > κ2 > . . . > κp.
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Fig. 5.2 – Coefficients de mélange simulés à partir d’une cinétique chimique.

5.1.3 Synthèse des observations

A partir des coefficients de mélange et des signaux sources simulés, nous construisons les observations

selon le modèle de mélange linéaire avec un bruit additif, blanc gaussien i.i.d et spatialement décorrélé.

Un exemple de mélanges de p = 3 sources avec m = 10 observations, dans le cas sans bruit, est illustré

par la figure 5.3.
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Fig. 5.3 – Coefficients de mélange et observations simulées pour m = 10, p = 3 et n = 1000.

5.1.4 Indices de performances

Le niveau de bruit dans chaque observation, mesuré en terme de rapport signal à bruit (RSB), est

exprimé par

RSBi(dB) = 10 log10

(
n∑

k=1

x2
(i,k)

/ n∑

k=1

e2
(i,k)

)
, (5.6)
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où x(i,k) correspond à l’observation non-bruitée.

Afin de comparer les résultats, nous utilisons l’indice de performance, noté IP, défini par [MM94,

CA02]

IP =
1

2p (p − 1)

p∑

i=1

{(
p∑

k=1

|gik|2
max

ℓ
|giℓ|2

− 1

)
+

(
p∑

k=1

|gki|2
max

ℓ
|gℓi|2

− 1

)}
, (5.7)

où gij est (i, j)-ème élément de la matrice d’indétermination G = B̂A, max
ℓ

giℓ représente la valeur

maximale sur les éléments de la i-ème ligne de G et max
ℓ

gℓi représente la valeur maximale sur la

i-ème colonne de G. Cet indice mesure les performances globales de la séparation et vaut zéro pour

une parfaite estimation de la matrice de mélange. En pratique, des petites valeurs, inférieures à 0.01,

de cet indice indiquent une bonne séparation. D’autre part, il est également important de mesurer la

qualité de reconstruction des sources. Pour cela, nous utilisons le Rapport Signal à Distorsion (RSD)

sur chaque signal source, défini par

RSDj(dB) = 10 log10

(
n∑

k=1

s2
(j,k)

/ n∑

k=1

(
s(j,k) − ŝ(j,k)

)2

)
, (5.8)

où ŝj est l’estimation de la j-ème source sj , les deux signaux étant à variance unité. Tout au long de

ce document, tous ces critères (RSB, IP et RSD) sont exprimés en décibels.

5.2 Comparaisons avec des méthodes usuelles

A travers cette section nous illustrons les avantages des méthodes proposées pour l’analyse de signaux

décrits dans le paragraphe 5.1. Nous distinguons deux situations :

– le cas d’un faible niveau de bruit où l’algorithme de séparation par maximum de vraisemblance avec

estimation par gradient naturel est employé ;

– le cas d’un niveau de bruit plus important où la séparation est effectuée par l’approche bayésienne

et méthodes MCMC.

Les résultats de ces deux méthodes sont comparés à celles présentées dans le chapitre 1. L’ensemble

de ces algorithmes est implanté sous Matlab 7.

5.2.1 Cas d’un faible niveau de bruit

Un bruit additif est choisi de telle sorte à avoir une RSB de 50 dB sur chaque observation. Il s’agit

donc d’un cas où le niveau de bruit est très faible.

5.2.1.1 Séparation par analyse en composantes indépendantes

Une première approche est de séparer les composantes en utilisant un algorithme de séparation par

analyse en composantes indépendantes. Le calcul de la matrice de covariance empirique des sources

donne

R̂s =
1

n

n∑

k=1

[sk − µs][sk − µs]
T =




1.00 −0.16 −0.23

−0.16 1.00 0.27

−0.23 0.27 1.00


 , (5.9)
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Au vu des coefficients de corrélations mutuelles des sources, l’utilisation des méthodes de séparation qui

forcent l’orthogonalité des sources n’est pas adéquat. La figure 5.4 montre le résultat de la séparation

par JADE, où nous pouvons noter l’apparition de pics inexistants dans les vraies sources A et B et

des pics négatifs au niveau de la source C. D’autre part, des coefficients de mélange négatifs ont été

également estimés.
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Fig. 5.4 – Résultat de la séparation en utilisant JADE : (a,b,c) sources originales (discontinu) et sources

estimées (continu). Les flèches indiquent les endroits où apparaissent des composantes inexistantes ou

aberrantes. (d) coefficients de mélange originaux (croix) et coefficients identifiés (cercles).

5.2.1.2 Séparation par analyse en composantes indépendantes non-négatives

La méthode NNICA présente l’avantage de chercher des composantes indépendantes en tenant compte

de l’information de non-négativité. Mais, la réalisation d’une étape de blanchiment des observations

est une limitation de cette méthode, car comme illustré par l’exemple considéré, les sources peuvent

ne pas être orthogonales. La figure 5.5 montre le résultat de la séparation en utilisant cette méthode,

et nous pouvons noter l’apparition de composantes négatives que ce soit sur les signaux sources ou sur

les coefficients de mélange. Néanmoins, l’amplitude des valeurs négatives apparaissant sur les sources

est plus faible que dans le cas de l’algorithme JADE.

5.2.1.3 Séparation par factorisation en matrices non-négatives

Une autre approche consiste à utiliser des méthode de type NMF sur la matrice de données. Néanmoins,

comme nous pouvons le remarquer sur l’allure des coefficients de mélange, la condition nécessaire

A2 du théorème 1 du chapitre 2 n’est pas satisfaite et par conséquent la séparation en utilisant

seulement la contrainte de non-négativité n’admet pas une solution unique. La figure 5.6 montre le
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Fig. 5.5 – Résultat de la séparation en utilisant NNICA : (a,b,c) sources originales (discontinu)

et sources estimées (continu). (d) coefficients de mélange originaux (croix) et coefficients identifiés

(cercles).

résultat de séparation par NMF, où nous pouvons noter que pour plusieurs initialisations différentes de

l’algorithme, nous obtenons autant de solutions différentes. Par ailleurs, le même constat reste valable

pour la méthode ALS qui appliquée à l’analyse avec comme valeurs initiales les résultat de l’estimation

par JADE, OPA ou SIMPLISMA fournit des résultats différents. Rappelons que les méthodes OPA

et SIMPLISMA sont utilisées en chimiométrie.

5.2.1.4 Séparation par analyse en composantes parcimonieuses non-négatives

Cette approche consiste en la méthode NNSC qui est une méthode d’estimation par minimisation d’un

critère pénalisé. Le critère de régularisation favorise une solution particulière parmi toutes les solutions

admissibles. Cette solution particulière dépend fortement du choix du coefficient de régularisation qui

est un paramètre de synthèse de la méthode. En ajustant ce paramètre de façon à obtenir la meilleure

reconstruction des sources, nous obtenons le résultat illustré par la figure 5.7. Nous pouvons constater

que la spécification de l’hypothèse de parcimonie des sources permet d’améliorer le résultat de la

séparation, notamment par rapport à la méthode NMF. Néanmoins, il reste un point crucial qui est

celui du choix du coefficient de régularisation. En outre, comme mentionné dans le chapitre 4, la

méthode NNSC suppose que chacune des sources est distribuée selon une loi exponentielle de même

paramètre.
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Fig. 5.6 – Résultat de la séparation en utilisant NMF : (a,b,c) sources originales (discontinu) et

sources estimées (continu). (d) coefficients de mélange originaux (discontinu) et coefficients identifiés

(continu).
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Fig. 5.7 – Résultat de la séparation en utilisant NNSC : (a,b,c) sources originales (discontinu)

et sources estimées (continu). (d) coefficients de mélange originaux (croix) et coefficients identifiés

(cercles).
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5.2.1.5 Séparation par maximum de vraisemblance et gradient relatif

L’approche de séparation par maximum de vraisemblance offre l’avantage de ne pas imposer de façon

stricte l’orthogonalité des sources et permet de spécifier a priori les formes de leurs distributions. Nous

pouvons constater sur la figure 5.8 la quasi-parfaite reconstruction des sources par cette approche. On

peut attribuer cela à la possibilité d’avoir une loi différente pour chacune des sources. En outre, cette

approche permet l’estimation des hyperparamètres ; cependant il convient de souligner que l’estima-

tion conjointe de la matrice de séparation et des hyperparamètres peut se heurter à un problème de

convergence vers un minimum local. Cette remarque est également valable pour l’algorithme MCEM.

De ce point de vue, l’approche par méthodes MCMC est plus adéquate mais peut, dans le cas d’un

faible niveau de bruit, converger très lentement.
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Fig. 5.8 – Résultat de la séparation en utilisant l’approche MLPSS-gamma : (a,b,c) signaux sources

originales (discontinu) et sources estimées (continu). Le résidu de l’estimation est aussi tracé pour

évaluer l’erreur de reconstruction. (d) coefficients de mélange originaux (croix) et coefficients identifiés

(cercles).

5.2.1.6 Récapitulatif des résultats

Le tableau 5.1 donne une évaluation numérique des performances des différents algorithmes. Nous

pouvons noter la supériorité de l’approche du maximum de vraisemblance par rapport à toutes les

méthodes testées, que ce soit en terme de qualité de séparation globale ou encore en terme de qualité

de reconstruction des sources.
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JADE JADE-ALS OPA-ALS SIMPLISMA-ALS NMF NNSC NNICA MLPSS

RSDA 13.50 11.25 7.59 26.69 18.31 28.12 37.69 53.78

RSDB 20.28 15.74 14.96 34.63 17.84 23.32 14.79 34.54

RSDC 9.40 35.51 10.29 26.02 10.16 28.29 11.97 49.45

IP -12.74 -13.97 -8.91 -28.91 -11.70 -26.44 -14.66 -38.81

Tab. 5.1 – Comparaison des performances de la séparation dans le cas d’une un RSB de 50 dB.

5.2.2 Cas d’un niveau de bruit non-négligeable

Un bruit gaussien i.i.d et spatialement indépendant est ajouté aux observations de telle sorte à obtenir

un RSB de 10 dB sur chaque observation. Le tableau 5.2 donne un récapitulatif des performances de

quelques méthodes. En présence d’un bruit non-négligeable sur les observations, l’approche bayésienne

est la plus adéquate pour l’analyse. D’autre part, l’algorithme NMF de Lee et Seung est remplacé par

cNMF [SDB+03, SSB+04] dans lequel un seuillage des estimations des sources et des coefficients

de mélange est introduit afin d’éviter l’estimation de valeurs négatives. Nous pouvons constater que

l’approche BPSS donne des meilleurs performances, d’autant plus que la contrainte de non-négativité

est explicitement prise en compte lors de la simulation MCMC.

JADE ALS cNMF NNSC NNICA BPSS

RSDA 9.05 6.44 6.72 14.25 8.12 14.54

RSDB 11.94 11.94 11.55 13.62 9.24 15.74

RSDC 5.22 8.87 8.85 13.22 11.52 13.46

IP -12.70 -8.40 -8.56 -19.94 -15.87 -23.90

Tab. 5.2 – Comparaison des performances de la séparation dans le cas d’une un RSB de 10 dB.

5.3 Analyse des performances

5.3.1 Influence de la corrélation mutuelle des sources

Afin d’analyser l’effet de la corrélation mutuelle des sources sur les performances de la séparation, nous

utilisons un mélange de deux sources et nous étudions la variation des performances de la séparation

en fonction de leur coefficient de corrélation. Des coefficients de mélange similaires sont retenus durant

cette simulation. Afin de s’affranchir de l’influence de la distribution des sources, la deuxième source

est une réplique décalée de la première et le coefficient d’inter-corrélation entre les sources correspond

au ℓ-ème coefficient d’autocovariance de la première source, ℓ-ème étant le nombre d’échantillons de

décalage. Durant cette analyse le pas d’adaptation de l’algorithme du gradient est fixé à 0.001 et

le nombre d’itérations maximal est fixé à 10000. Nous pouvons noter sur les résultats illustrés par

la figure 5.9 que l’augmentation du coefficient de corrélation des sources engendre une diminution

des performances des deux algorithmes (NNICA et MLPSS). Néanmoins, ces performances restent

acceptables même pour un coefficient de corrélation de 0.6.
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Fig. 5.9 – Influence de la corrélation mutuelle des sources sur les performances de la séparation.

La même expérience est réalisée pour un RSB de 20 dB et dans ce cas nous avons appliqué

l’approche BPSS pour la séparation. L’algorithme MCMC est appliqué pour 10000 itérations et les 1000

dernières réalisations sont retenues pour l’estimation. Les résultats de cette expérience sont résumés

dans la figure 5.9 qui exprime la variation des indices de performances des méthodes BPSS et NNICA

en fonction du coefficient de corrélation des sources. On note que les deux méthodes fournissent de

meilleurs performances pour des sources faiblement corrélées mutuellement. Par contre, on peut noter

que BPSS présente de meilleures performances que NNICA et que l’approche proposée est moins

sensible à la corrélation des sources que NNICA. Par exemple, pour un coefficient de corrélation

de 0.6 l’indice de performance de la méthode est de l’ordre de -20 dB. Ceci s’explique par le fait

que contrairement aux algorithmes ICA, la méthode BPSS n’optimise pas une mesure explicite de

l’indépendance mutuelle entre les signaux sources et n’impose pas la contrainte d’orthogonalité. Par

ailleurs, nous avons remarqué que l’algorithme MCMC converge plus lentement et nécessite donc de

plus en plus d’itérations lorsque la corrélation mutuelle des sources augmente.

5.3.2 Influence du niveau de bruit

Afin d’étudier l’influence du niveau de bruit sur les performances de l’approche bayésienne, nous

utilisons le mélangesynthétique précédent et nous faisons varier progressivement le niveau de bruit

sur chaque signal d’observation. Les résultats de cette analyse sont rapportés dans la figure 5.10.

Pour un RSB très fort, l’utilisation de la distribution gamma et l’estimation soit par maximum de

vraisemblance ou par approche bayésienne donne de meilleures performances que NNICA. D’autre

part, en dépit du fait que MLPSS et BPSS utilisent le même modèle a priori sur la distribution des

sources, les performances de la séparation par approche bayésienne sont meilleures, ce qui s’explique

par la restriction du paramètre de forme de la densité gamma à une valeur supérieure à 1 dans le cas

de l’algorithme du gradient afin d’assurer sa stabilité et aussi la prise en compte de la non-négativité

des coefficients de mélange.
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Fig. 5.10 – Influence du niveau de bruit sur les performances de la séparation.

La courbe de performances de deux méthodes MLPSS et BPSS par rapport au niveau de bruit

présente une asymptote horizontale pour un RSB très grand (supérieur à 35 dB). Cette asymptote

indique qu’une limite de performances existe qui, compte tenu du faible niveau de bruit, peut être

attribuée à l’erreur de modélisation de la distribution des sources par une densité gamma. Pour un

faible niveau de bruit, l’évolution de la courbe de performance est quasi-linéaire pour un RSB compris

entre 5 et 25 dB. Sur cet intervalle, nous mettons en avant l’influence du bruit sur les performances.

Une autre remarque qui a été relevée durant cette analyse est qu’à faible niveau de bruit la

convergence de l’algorithme MCMC est très lente. Compte tenu du faible niveau de bruit, les densités

conditionnelles des sources et des coefficients de mélange deviennent très piquées et la châıne de Markov

devient alors fortement corrélée. Dans une telle situation l’approche MLPSS sera préférée étant donne

que celle-ci permet d’atteindre des performances qusi-similaires que l’approche BPSS mais à un plus

faible coût de calcul.

5.3.3 Influence de la présence d’un arrière-plan

Afin de discuter cet effet, des arrière-plans sont ajoutés à trois sources synthétisées. Les deux arrière-

plans sont de forme exponentielle. La première est décroissante et l’autre croissante avec un coefficient

d’amortissement très faible. La figure 5.11 illustre l’allure des trois sources avec des arrière-plans

d’amplitude initiale 1. Les performances de la séparation sont analysées en faisant augmenter progres-

sivement l’amplitude de ces arrière-plans soit sur une seule source, soit sur deux sources simultanément.

Le résultat de cette simulation est montré sur la figure 5.11. Pour un arrière-plan d’amplitude nulle,

l’indice de performance fournit une image de l’adéquation de la distribution gamma aux sources. En

augmentant fortement l’amplitude de l’arrière-plan, les sources seront dominées par le signal expo-

nentiel. Aussi, pour un arrière-plan d’amplitude élevée, l’indice de performance traduit essentielle-

ment l’adéquation du modèle gamma à l’arrière-plan. Dans le cas de deux arrière-plans les erreurs de

modélisation s’accumulent ce qui engendre une baisse plus significative de l’indice de performances.
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En fait, cette simulation permet de mettre en évidence les limites de la distribution gamma pour

représenter les sources spectrales. En effet, dans cette situation, se pose clairement la question de

l’adéquation du modèle et ceci de façon d’autant plus cruciale que l’arrière-plan présentera un offset

(décalage par rapport à la valeur nulle) important. Dans ce cadre, une généralisation des méthodes

proposées serait de considérer des distributions gamma décalées ou généralisées. Une approche alter-

native serait d’inclure une étape préalable de suppression de l’arrière-plan ou encore de considérer

un modèle a priori dans lequel chaque source serait la superposition d’un arrière-plan et d’un signal

parcimonieux.
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Fig. 5.11 – (a,b,c) Allure des signaux sources pour un arrière-plan d’amplitude égal à l’unité et (d)

évolution des performances en fonction de l’amplitude de l’arrière-plan pour un RSB de 20 dB.

5.4 Conclusions

Dans ce chapitre, nous avons présenté une analyse des performances des algorithmes proposés à l’aide

de quelques simulations numériques qui sont mises au point de telle sorte à obtenir des signaux simi-

laires aux données spectroscopiques. Les résultats de ces simulations ont permis de montrer l’avantage

des méthodes proposées (MLPSS et BPSS) par rapport aux approches classiques de séparation de

sources non-négatives. L’approche du maximum de vraisemblance est bien adaptée pour le cas de
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mélanges où les observations sont faiblement bruitées, car elle permet d’atteindre des niveaux de per-

formances très satisfaisants. Le cas avec un niveau de bruit important est traité en utilisant l’approche

bayésienne qui permet de prendre en compte la positivité des coefficients de mélange. Il faut signaler

que dans le cas d’un faible niveau de bruit, la méthode de simulation MCMC converge lentement,

ce qui implique un grand nombre d’itérations pour l’estimation. C’est pour cette raison que pour un

faible niveau de bruit et en l’absence d’erreur de modèle, l’approche du maximum de vraisemblance

est plus adéquate car elle permet d’atteindre des performances quasi-similaires à celles de l’approche

bayésienne, avec une complexité arithmétique plus faible. L’analyse des performances des algorithmes

en fonction de la corrélation mutuelle des sources a mis en évidence la dégradation de la qualité de

séparation lorsque les sources deviennent fortement corrélées. Néanmoins, pour des coefficients de

corrélations de l’ordre de 0.6, les performances des deux méthodes restent nettement meilleures que

les approches classiques. Nous avons également constaté que la présence d’un arrière-plan sur plu-

sieurs sources engendre une dégradation sensible des performances. La prise en compte de ce type de

situation nécessite des développements supplémentaires.





Troisième partie

Application à des données

expérimentales





Chapitre 6

Application au traitement de signaux

spectroscopiques

Les méthodes spectroscopiques permettent de suivre les cinétiques de réactions, de déterminer les

mécanismes réactionnels sur des surfaces, de comprendre l’interaction entre molécules ou encore faci-

liter la synthèse d’une nouvelle molécule. Ce chapitre présente une introduction à la spectroscopie et

illustre l’apport des techniques de séparation de sources pour l’interprétation qualitative et quantita-

tive de données spectroscopiques. Après une étude des performances sur des données expérimentales,

nous décrivons des applications à trois problèmes d’analyse physico-chimique : (i) le suivi de l’hydra-

tation d’une silice par spectroscopie infrarouge, (ii) l’étude des polymorphes du carbonate de calcium

par spectroscopie Raman et (iii) l’analyse des complexes cations métalliques - biomolécules par spec-

troscopie UV-Visible.

6.1 Introduction à la spectroscopie

La spectroscopie permet l’observation, la compréhension et l’interprétation de phénomènes physico-

chimiques. Elle fournit une caractérisation qualitative et quantitative de la matière à partir de l’étude

de son interaction avec une onde électromagnétique. Cette interaction se traduit par un phénomène

d’absorption, d’émission ou de diffusion de photons, et induit des perturbations moléculaires au niveau

de la matière. L’absorption consiste en un transfert d’énergie du rayonnement électromagnétique

incident vers la matière absorbante, l’émission est la génération d’une onde électromagnétique après

excitation par un faisceau lumineux (fluorescence) ou par un apport d’énergie en température (émission

atomique), alors que la diffusion est un phénomène de redirection d’une partie de l’onde émise soit à

la même fréquence que l’onde incidente (diffusion élastique Rayleigh), soit à une fréquence différente

(diffusion inélastique Raman).

6.1.1 Rayonnement électromagnétique et types de spectroscopie

Les méthodes spectroscopiques peuvent être classées en fonction des caractéristiques des ondes

électromagnétiques utilisées pour l’excitation de la matière et de la bande spectrale sur laquelle le
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spectre est mesuré. Ces caractéristiques sont exprimées en termes de fréquence ν, de longueur d’onde

λ = co/ν (co étant la célérité de la lumière) ou du nombre d’onde (ν̄ = 1/λ). La nature des mouvements

moléculaires, électroniques ou atomiques provoqués par l’interaction de la matière avec l’onde incidente

dépend fortement de l’énergie de cette onde et donc de sa fréquence. En fonction de la bande spectrale

d’analyse, on peut distinguer différentes spectroscopies. La figure 6.1 donne un récapitulatif de quelques

régions du spectre électromagnétique qui présentent un intérêt pour l’analyse spectroscopique ainsi

que le type de mouvements associés à chaque région. L’absorption de la radiation électromagnétique

par une molécule induit un changement d’état du spin nucléaire, s’il s’agit d’une onde radio, ce qui est

la base de la spectroscopie par résonance magnétique nucléaire (RMN), un mouvement vibrationnel,

s’il s’agit d’une radiation infrarouge, ce qui est la base de la spectroscopie infrarouge (IR), ou encore

une transition électronique, s’il s’agit d’une radiation visible ou ultraviolet, ce qui est la base de la

spectroscopie d’absorption ultraviolet et visible (UV-Vis). Noter que l’excitation par un photon visible

peut s’accompagner d’un phénomène de diffusion inélastique (spectroscopie Raman) caractérisant des

mouvements vibrationnels.

Outre, l’aspect lié à la préparation des échantillons et à l’instrumentation en vue de l’acquisition des

spectres, l’étape finale de l’analyse spectroscopique est l’interprétation qualitative et quantitative des

spectres.
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Fig. 6.1 – Régions du spectre électromagnétique présentant un intérêt pour l’analyse spectroscopique

et type de mouvements associés.

6.1.2 Interprétation qualitative des spectres

L’analyse qualitative consiste à déterminer à partir d’un spectre mesuré les liaisons chimiques et

groupements fonctionnels qui constituent la matière ou la molécule analysée. Le spectre d’une molécule
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est une superposition des bandes caractéristiques de toutes les liaisons où chaque bande particulière

est caractérisée par son intensité, sa fréquence centrale, sa forme et sa largeur. Partant de ce modèle

d’observation et d’un point de vue physico-chimique, le problème inverse d’interprétation qualitative

des spectres est un problème d’identification de la structure moléculaire de la substance analysée. Pour

résoudre ce problème, une ou plusieurs techniques spectroscopiques peuvent être employées. L’analyse

du spectre mesuré, consiste à inférer, à partir de la mesure des bandes spectrales importantes et des

connaissances théoriques sur les propriétés d’absorption de la plupart des liaisons et groupements

fonctionnels, la structure moléculaire la plus plausible. En utilisant cette approche, le spectroscopiste

est généralement capable de déduire des informations précises sur la structure des molécules analysées.

En fonction de la technique spectroscopique, un protocole d’analyse des raies les plus significatives

permettra d’atteindre cet objectif [BD00, Hol98]. Afin de simplifier l’interprétation, l’analyse peut être

combinée avec une méthode de traitement des signaux pour la détection et la caractérisation des raies

spectrales. Nous pouvons consulter à ce propos [Dje03] pour le cas de signaux RMN et [Maz05] pour

le cas de spectres Raman et Infrarouge.

6.1.3 Interprétation quantitative des spectres

Lorsque des radiations lumineuses entrent en contact avec la matière, elles peuvent aussi bien être

absorbées que transmises ou réfléchies. Selon le principe de conservation de l’énergie, l’intensité des

radiations incidentes I0 doit être égale à la somme des intensités des radiations absorbées IA, transmises

IT et réfléchies IR. L’application de ce principe en spectroscopie permet de calculer les proportions

d’énergie lumineuse absorbée par les molécules à partir des résultats de mesure de l’intensité transmise

IT , ou de l’intensité réfléchie IR. Considérons les conditions selon lesquelles un faisceau de lumière

monochromatique de longueur d’onde donnée traverse un échantillon d’épaisseur d et de concentration

C en substance absorbant spécifiquement la lumière du faisceau. Du fait de l’absorption de la lumière

par l’échantillon, l’intensité du faisceau est atténuée depuis la valeur I0 à l’entrée de l’échantillon

jusqu’à la valeur IT à la sortie.

Définition 6 La transmittance est définie comme étant la fraction d’énergie lumineuse traversant

l’échantillon de part en part. Elle est égale au rapport d’intensité IT /I0.

Définition 7 L’absorbance est définie comme étant le logarithme décimal de l’inverse de la transmit-

tance T : A = log I0/IT .

Si on suppose que l’intensité du faisceau lumineux diminue d’autant plus que la concentration de la

substance absorbante est élevée et que l’échantillon est homogène, on peut écrire

A = log(1/T ) = ε · d · c, (6.1)

où A est l’absorbance et ε est l’absorptivité de l’échantillon [BD00]. Cette équation A = ε · d · c est

connue sous le nom de la loi de Beer-Lambert. On peut distinguer la loi de Beer de la loi de Lambert

en considérant séparément l’effet de la concentration c de celui de l’épaisseur d sur l’absorbance A.

La loi de Beer concerne uniquement l’effet de la concentration et s’exprime par la formule A = c · s
dans laquelle s est le produit de d et ε. De son coté, la loi de Lambert, concerne uniquement l’effet
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de l’épaisseur d sur l’absorbance lorsque c ne varie pas. Elle s’exprime par la relation A = k′ · d,

dans laquelle k′ = ε · c. La loi de Beer qui énonce une relation linéaire simple entre l’absorbance

d’un échantillon et la concentration d’analyte selon l’équation A = k · c constitue la base physique

et mathématique de l’analyse chimique quantitative par spectrophotométrie d’absorption. Lorsque les

échantillons analysés sont de simples mélanges de deux constituants dont, l’un absorbe la lumière

du faisceaux et l’autre n’absorbe pas la lumière dans la gamme de longueur d’onde de ce faisceaux,

le calibrage du spectrophotomètre peut être réalisé grâce à la loi de Beer. La loi de Beer est donc

l’expression la plus simple du principe de proportionnalité entre l’absorbance et la concentration de

molécules absorbant la lumière. Cette loi est applicable dans toute la gamme spectrale d’analyse et donc

pour toutes les spectroscopies d’absorption (UV-Vis, MIR, PIR). En spectroscopie de diffusion Raman,

un modèle linéaire similaire à la loi de Beer peut être utilisé. L’intensité diffusée est linéairement

proportionnelle à la concentration de la substance diffusante.

Cependant, la majorité des substances chimiques sont des liquides ou des solides complexes com-

posés de nombreuses molécules de structures distinctes qui absorbent la lumière simultanément avec

des absorptivités différentes à plusieurs longueurs d’ondes du spectre. Du fait de ce recouvrement,

l’exploitation quantitative des spectres devient beaucoup plus compliquée dans le cas de substances

où plusieurs composantes absorbant simultanément la lumière incidente. On s’aperçoit donc que, pour

l’analyse de ce type de substances, il faut recourir au principe d’additivité des absorbances, en plus de

la loi de proportionnalité de Beer. Pour analyser des mélanges de plusieurs constituants, il faut utiliser

des données à plusieurs longueurs d’ondes de façon à pouvoir corriger l’effet d’interférence spectrale

entre les différents constituants. Ainsi l’absorbance d’une substance de p constituants absorbants à

une longueur d’onde λ s’écrit sous la forme

A(λ) =

p∑

j=1

cj sj(λ) (6.2)

où Cj est la concentration du jème constituant et sj est égal au produit du coefficient d’absorptivité

et de l’épaisseur de l’échantillon. Cette formule définit l’équation fondamentale pour l’interprétation

des spectres issus de de l’analyse de substances à plusieurs constituants.

La linéarité exprimée par la loi de Beer est limitée pour des raisons instrumentales ou chimiques.

Pour des fortes concentrations, la distance entre molécules absorbantes diminue et des interactions

électrostatiques entre molécules apparaissent. Cette interaction moléculaire peut modifier l’absorpti-

vité. D’autre part, des déviations par rapport à la loi de Beer peuvent être observées dans le cas d’une

diffraction ou diffusion du faisceau lumineux à l’intérieur de la substance. Toutes ces imperfections du

modèle peuvent être prises en compte par un modèle plus général

A(λ) =

p∑

j=1

cj sj(λ) + E(λ) (6.3)

où E(λ) représente la déviation de l’absorbance par rapport à la loi de Beer, à la longueur d’onde λ.
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6.1.4 Application de la séparation de sources à l’analyse de mélanges

L’équation 6.2 établit la relation directe entre l’absorbance d’une substance à plusieurs composantes

et les absorbances individuelles de ces composantes. Dans le cas où ces composantes et leurs concen-

trations ne sont pas connues, l’analyse de cette substance à partir d’un seul spectre est quasiment

impossible, sauf si les spectres des différentes espèces ne se recouvrent pas. La procédure usuelle pour

l’analyse est l’acquisition de plusieurs spectres dans des conditions physico-chimiques variables, de telle

sorte à faire évoluer différemment les concentrations de toutes les composantes. La caractérisation des

composantes de la substance et la détermination de leurs proportions à partir de tous les spectres

mesurés est un problème de séparation de sources qui, en chimiométrie, est connu sous le nom de

”résolution de courbes” (curve resolution) [LS71], ”analyse de mélanges” (mixture analysis) [WG91]

ou encore ”analyse factorielle” (factor analysis) [Mal02]. Par ailleurs, compte tenu des contraintes de

non-négativité des sources et des coefficients de mélange, l’interprétation qualitative et quantitative

d’une collection de spectres est un problème de séparation de sources non-négatives.

6.2 Application à des données expérimentales

Cette section présente quelques exemples d’application des méthodes de séparation de sources non-

négatives à l’analyse de quelques mélanges synthétisés à partir de spectres réels. Ces simulations

permettent de tester les méthodes en essayant de résoudre un problème d’analyse de mélanges dans

lesquels les spectres purs et leurs proportions dans les observations sont connus au préalable.

6.2.1 Signaux de spectroscopie Raman

6.2.1.1 Synthèse des mélanges

Dans cette expérience, nous avons considéré quatre sources spectrales qui correspondent aux spectres

de diffusion Raman de quatre composés organiques qui possèdent des structures moléculaires très

proches (amaltose, fructose, lactose et ribose). Les spectres Raman de ces molécules sont montrés sur

la figure 6.2 et nous pouvons constater que ces spectres possèdent des formes très similaires.

A la lecture de la matrice de corrélation empirique de ces sources,

R̂s =




1.00 0.35 0.55 0.59

0.35 1.00 0.38 0.50

0.55 0.38 1.00 0.45

0.59 0.50 0.45 1.00




, (6.4)

nous pouvons remarquer une corrélation mutuelle très importante, ce qui rend la séparation de ce

type de signaux très difficile. D’autre part, les profils d’évolution des coefficients de mélange, montrés

dans la figure 6.3, sont choisis de sorte que les conditions nécessaires pour l’unicité de la solution ne

soient pas satisfaites. Les observations sont obtenues en considérant un modèle de mélange linéaire

dans lequel un bruit gaussien i.i.d et de moyenne nulle est ajouté à chaque observation pour un RSB

de 30 dB.



106 Chapitre 6 : Application au traitement de signaux spectroscopiques

200 1000 1800 2600 3400
0

2

4

6

8

10
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Fig. 6.2 – Spectres Raman des quatre composés organiques (p=4 et n = 3400).
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Fig. 6.3 – Profils d’évolution des coefficients de mélange (m=10).

6.2.1.2 Analyse des résultats de la séparation

Le tableau 6.1 résume les performances des différentes approches appliquées à l’analyse de ces signaux.

Compte tenu de la forte corrélation mutuelle des sources, les méthodes FastICA et NNICA fournissent
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des composantes indépendantes qui sont différentes des sources recherchées. Une amélioration des

performances est observée lorsque le résultat de la séparation par la méthode FastICA est utilisé

pour initialiser la méthode ALS. Néanmoins, nous pouvons constater que la méthode BPSS fournit

les meilleurs résultats que ce soit en termes de reconstruction des spectres purs ou d’estimation des

coefficients de mélange.

FastICA FastICA-ALS NMF NNICA NNSC BPSS

RSDamaltose 8.81 23.71 34.63 8.95 20.55 30.72

RSDfructose 8.43 19.88 9.50 9.8 17.72 24.16

RSDlactose 9.96 16.49 11.42 8.52 14.28 21.13

RSDribose 5.91 15.90 27.88 6.95 13.4 28.01

IP -11.11 -18.83 -11.12 -11.45 -16.35 -25.74

Tab. 6.1 – Comparaison des performances de quelques méthodes de séparation pour un RSB de 30 dB.

6.2.2 Signaux de spectroscopie Infrarouge

6.2.2.1 Synthèse des mélanges

Afin de réaliser une première expérience dans laquelle les spectres purs et les coefficients de mélange

sont connus mais les observations sont mesurées à l’aide d’un spectromètre, nous avons opté pour un

mélange d’alcanes. Avant qu’on ne les appelle les alcanes, cette famille de produits organiques était

appelée paraffine (para : sans, affinis : affinité) : les molécules sans affinité, qui ne réagissent pas. On

les destinait donc à l’utilisation combustible. D’un point de vue structure atomique, les alcanes sont

la famille des molécules composées uniquement de carbone et d’hydrogène. On distingue généralement

les molécules linaires et ramifiées (alcanes) des molécules cycliques (cyclanes). Cette expérience est

réalisée comme suit : trois alcanes (cyclopentane, cyclohexane et n–pentane) sont mélangés dans des

proportions différentes. Ensuite, les spectres d’absorption des différents mélanges sont enregistrés avec

un spectromètre infrarouge. Ces espèces sont des solvants inertes, ce qui fait qu’aucune réaction n’a

lieu dans les mélanges. Par conséquent, les spectres purs sont mesurés individuellement et, de plus,

les proportions de chaque espèce seront connues avec exactitude.

La figure 6.4 montre les spectres purs normalisés (variance unité) des trois espèces et les coefficients de

mélange utilisés. Les spectres infrarouge de ces trois alcanes sont constitués de bandes spectrales très

fines et en fort recouvrement car toutes ces molécules contiennent des liaisons de type C-H et C-C,

dont on observe les harmoniques de vibration et bandes de combinaison (couplage entre les modes de

vibration) dans le proche infrarouge. De plus, un léger arrière-plan peut être observé sur chacune des

sources. Toutes ces remarques expliquent l’origine de la forte corrélation entre ces spectres purs,

Rs =




1.00 0.77 0.84

0.77 1.00 0.86

0.84 0.86 1.00


 . (6.5)

La figure 6.5 montre les observations dans la gamme spectrale (3000-6000 cm−1).
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Fig. 6.4 – Spectres infrarouge des trois alcanes (p = 3 et n = 5200).
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Fig. 6.5 – Spectres infrarouges mesurés dans la gamme spectrale (3000-6000 cm−1).
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6.2.2.2 Analyse et interprétation des résultats de la séparation

Le tableau 6.2 donne un récapitulatif des performances des approches utilisées, en termes d’indice de

performance global et d’erreur de reconstruction des spectres purs. De façon similaire au cas précédent,

nous pouvons constater que les méthodes qui imposent l’orthogonalité produisent des composantes

indépendantes différentes des composantes recherchées, alors que l’approche bayésienne produit un

résultat nettement meilleur. Signalons, également que l’application de l’approche bayésienne nécessite

un nombre d’itérations très important (de l’ordre de 106) dans ce cas.

FastICA FastICA-ALS NMF NNICA NNSC BPSS

RSDcyclopentane 6.90 14.20 15.18 4.82 10.69 33.23

RSDcyclohexane 5.06 17.50 23.43 5.65 15.35 24.98

RSDn−pentane 3.52 17.88 14.01 4.77 13.98 26.05

IP -6.17 -11.60 -8.10 -5.77 -10.64 -19.22

Tab. 6.2 – Comparaison des performances de quelques algorithmes de séparation.

Si on se place dans la situation où la composition chimique des mélanges synthétisés dans cette

expérience est inconnue, il faut alors une étape d’interprétation des résultats en vue de l’identification

des constituants et la détermination de leurs proportions dans les mélanges. L’objectif de notre in-

terprétation de ces résultat n’est pas de décrire la procédure à suivre pour l’identification mais plutôt

l’étude de la similarité des sources reconstruites avec les spectres des trois alcances. La même étude

est réalisée sur les coefficients de mélange.

La figure 6.6 donne une comparaison visuelle entre les sources reconstruites et les spectres des trois

alcanes sur deux sous bandes où les trois alcanes possèdent de fortes absorbances. Nous pouvons

constater la forte similarité entre les spectres des alcanes et les sources estimées qui permet de réaliser

l’identification aisée des espèces. Une comparaison entre les coefficients de mélange estimés et les pro-

portions des trois alcanes dans les mélanges est montrée sur la figure 6.7 où nous pouvons constater

un faible écart d’estimation. Nous pensons que cet écart est dû à la présence de l’arrière-plan sur

les sources et à l’erreur de modélisation. Néanmoins, les allures des profils d’évolution des concen-

trations estimées sont correctes, ce qui garantit une interprétation qualitative cohérente mais une

caractérisation quantitative légèrement biaisée.

6.3 Application à des problèmes d’analyse physico-chimique

Dans cette section nous présentons deux applications de la séparation de sources non-négatives au trai-

tement de problèmes d’analyse physico-chimique à l’aide des techniques spectroscopiques. Avant d’ap-

pliquer une méthode de séparation de sources, une étape de pré-traitement des données est nécessaire.
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Fig. 6.6 – Comparaison visuelle entre les sources reconstruites (continu) et les spectres purs (discon-

tinu) sur deux régions spectrales).
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Fig. 6.7 – Comparaisons entres les coefficients de mélange estimés (discontinu) et les proportions des

trois alcanes dans les mélanges.

6.3.1 Méthodologie de traitement

6.3.1.1 Pré-traitements des données

Les pré-traitements concernent essentiellement la suppression d’un éventuel arrière-plan qui se rajoute

aux observations. Cette étape fait l’hypothèse que le spectre observé est la somme d’un signal utile

contenant l’information spectrale et d’un signal de variation incontrôlée (fond, arrière-plan). La sup-

pression consiste donc à modéliser cet arrière-plan et à le soustraire du signal observé. En général,
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l’arrière plan est représenté par un polynôme, dont l’estimation se fait à partir de quelques points du

spectre mesuré pour lesquels on n’observe pas de bande d’absorption. Ces points sont ensuite utilisés

pour estimer les coefficients du polynôme. Nous pouvons consulter à ce propos [MCB+05], où des

méthodes de sélection des points et d’estimation des coefficients du polynôme sont présentées. Un

deuxième pré-traitement qui est aussi important est celui de la mise à l’échelle des données [BS03].

La mise à l’échelle est réalisée par normalisation de chaque spectre mesuré à une variance unité.

Autrement dit les données brutes sont transformées selon

X̃ = K−1 X, (6.6)

où K = diag([σ1, ..., σm]) et {σi}m
i=1 sont les variances des différentes observations. Nous pouvons

signaler que cette opération n’affecte ni la linéarité du modèle, ni la forme des sources à reconstruire.

L’algorithme de séparation est alors appliqué aux données X̃.

6.3.1.2 Traitement des résultats

Cette étape de post-traitement concerne la prise en compte de la normalisation des observations. Afin

de décrire ces opérations, rappelons que le résultat de la séparation à partir des données transformées

permet d’écrire

X̃ ≈ Ã S (6.7)

où les sources contenues dans la matrice S sont supposées de variance unité afin d’éliminer

l’indétermination d’échelle. Ainsi les données brutes seront exprimées selon

X ≈ A S (6.8)

où A = K Ã.

Par ailleurs, afin de déterminer la proportion de chaque composante j dans les mélanges i est obtenue

par

Cij =
aij

p∑
ℓ=1

aiℓ

. (6.9)

Finalement, après séparation et post-traitements, les observations sont exprimées selon le modèle

X ≈ N C S (6.10)

où N est une matrice diagonale dont les éléments sont donnés par

{
Nii = 1

/ p∑
j=1

aij ; i = 1, ..., m

}
et

C contient les proportions de chaque source estimée dans les observations.

6.3.2 Analyse de l’hydratation de matériaux poreux et/ou lamellaires

6.3.2.1 Problématique

Certains solides présentent des espaces dont au moins une dimension est de l’ordre de quelques na-

nomètres. Dans cette définition d’espace entrent des solides non déformables poreux (silices) aussi

bien que des systèmes gonflants (argiles). L’eau confinée dans une telle matière solide présente des
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propriétés différentes de celles du liquide. Ceci a notamment pour conséquence de perturber les pro-

priétés macroscopiques classiques d’acido - basicité, d’échange d’ions, de solvatation d’espèces chargées

ou non, d’oxydoréduction et d’adsorption - désorption aux surfaces. De plus, le statut de l’eau dans

un milieu poreux et/ou lamellaire conditionne l’interprétation d’expériences d’altération géochimique,

de rétention et de thermo - hydro - mécanique (THM). De même, les modélisations géochimiques

nécessitent la connaissance du comportement physico-chimique de l’eau dans les ouvrages en argiles

de forte densité : la notion ”d’eau liée ” (molécules d’eau en interaction avec le solide) et ”d’eau

libre” (molécules d’eau autoassociées). Enfin, pour répondre aux préoccupations reliées à la diffusion

des polluants à travers des milieux poreux, il est fondamental de décrire correctement les états de

l’eau, vecteur des transports. L’adsorption contrôlée d’eau permet de caractériser la morphologie du

matériau, l’hétérogénéité de sa surface, ses propriétés hydrophiles/hydrophobes. La mesure des iso-

thermes d’adsorption - quantité d’eau adsorbée par le matériau en fonction de l’humidité relative -

constitue une bonne méthode macroscopique pour suivre l’hydratation. Une meilleure compréhension

de ces équilibres dans de tels systèmes nécessite des approches d’analyse à l’échelle moléculaire. Suscep-

tible d’interagir avec des sites spécifiques, l’eau se révèle une excellente sonde moléculaire pour révéler

des hétérogénéités à l’échelle nanométrique d’une surface d’un solide. Au cours de trois des dernières

thèses de l’équipe de Chimie et Spectrochimie des Interfaces du Laboratoire de Chimie Physique et

Microbiologie pour l’Environnement (LCPME) ont été développés des systèmes expérimentaux cou-

plant spectrométries vibrationnelles infrarouge et/ou Raman à des mesures d’isothermes d’adsorption

d’eau ou d’humidité relative [Car99b, Rin04].

6.3.2.2 Acquisition des données

Nous reprendrons dans ce rapport de thèse des données acquises dans le domaine spectral du proche

infrarouge par Carteret [Car99b] et Rinnert [Rin04] sur des silices poreuses. Les séries de spectres dans

le proche infrarouge sont obtenues en faisant varier, pour un même échantillon de silice, l’humidité

relative ou taux d’hydratation (variable P/P0) dans la cellule d’analyse. La silice passe progressivement

d’un état sec (P/P0 = 0) à un état saturé en eau (P/P0 = 1). Les travaux antérieurs ont permis de

mettre en évidence différents types d’eau lors du processus d’hydratation. Toutefois, Le spectre de l’eau

étant rendu complexe par la grande variété de sites il convient d’utiliser les méthodes de séparation de

sources pour extraire à la fois les spectres caractéristiques et les profils de concentration des différents

types d’eau. Les signaux obtenues pour différentes valeurs de P/P0 sont tracés dans la figure 6.8.

6.3.2.3 Traitement des données et interprétation des résultats

Les spectres des différents signaux sont analysés en utilisant la méthode BPSS. Les signaux sources

et les coefficients de mélange estimés sont représentés sur la figure 6.9. Les coefficients de mélange

sont exprimés en termes de proportions de chaque source dans les mélanges observés. Une première

analyse qualitative des profils d’évolution des trois sources dans les mélanges permet de déduire que

la première source estimée correspondrait à l’eau liée car c’est la première espèce qui apparâıt après

rajout de l’eau. La deuxième source estimée correspondrait au support, c’est à dire la silice pure, car

sa proportion dans les mélanges diminue au fur et à mesure que l’eau est rajoutée. La troisième source
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Fig. 6.8 – Observations enregistrées pour plusieurs valeurs du P/P0. (m = 33 et n = 4000).

estimée correspondrait à l’eau libre car celle-ci est majoritaire en fin d’hydratation (saturation en

eau). Il est à noter que le décrochement des proportions de l’eau liée à partir de P/P0 = 0.6 s’explique

par la proportion d’eau libre qui devient très importante et l’eau à la surface de la silice devient

donc en interaction avec le support mais également avec les couches d’eau supérieures. Cette pression

relative est exploitée lors de l’analyse du phénomène d’hydratation. Par ailleurs, l’interprétation des

sources estimées se focalise sur les différentes bandes spectrales. La deuxième source fait apparâıtre

essentiellement deux pics de forte intensité aux nombre d’ondes 4560, 7310 cm−1 et un pic de faible

intensité à 5270 cm−1. Les deux premiers pics sont caractéristiques des groupements de surface de

la silice (groupements silanol, SiOH), alors que le troisième correspond à une erreur d’estimation. La

troisième source estimée possède essentiellement deux motifs spectraux très larges et de forte intensité

localisés autour des nombres d’onde 5170 et 6900 cm−1 et une bande moins intense à 5600 cm−1.

Ces bandes spectrales sont caractéristiques de l’eau libre (autoassociation forte des molécules d’eau).

La première source estimée présente plusieurs pics aux nombre d’onde 4410, 5150, 6250, 5300, 6840,

6920 et 7100 cm−1. Toutes ces bandes de vibrations sont les bandes de combinaison (couplage) des

vibrations dues à l’interaction entre les groupements silanol (SiOH) et l’eau (OH). C’est donc la

source caractéristique de l’interaction de l’eau avec la silice. La bande spectrale se trouvant à 4410

cm−1 caractérise les silanol perturbés par l’eau alors que les nombres d’onde 5160, 5250, 5300, 6880 et

7100 cm−1 sont l’empreinte spectrale des molécules d’eau en interaction avec des groupements silanol.

Nous signalons que les résultats de cette analyse et notamment les valeurs des pics caractéristiques

sont en accord avec les analyses présentées par Carteret [Car99b]. Cependant, la contribution la plus

significative de cette analyse est l’obtention des spectres complets des systèmes ”eau libre” et ”eau

liée” ainsi que la description des profils de concentrations en fonction du taux d’hydratation de la

silice, ce qui n’avait jamais été fait jusqu’à présent. Ce résultat est très important car il permet de

distinguer le spectre de l’eau liée de celui de l’eau libre, malgré le fort recouvrement entre les bandes
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spectrales caractéristiques de ces deux espèces.
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Fig. 6.9 – Résultats de la séparation en termes de spectres purs et proportions des différentes sources

dans les mélanges.

6.3.3 Analyse des polymorphes du carbonate de calcium

6.3.3.1 Problématique

Le carbonate de calcium (CaCO3) a suscité beaucoup d’attention dans la littérature en raison de ses

nombreuses applications dans des domaines aussi variés que l’industrie du papier, l’industrie pharma-

ceutique et alimentaire. Il peut se présenter sous trois formes polymorphiques, qui sont dans l’ordre

de stabilité thermodynamique croissante : vatérite, aragonite, calcite. Les propriétés physiques du car-

bonate de calcium, utilisé comme additif, sont fortement liées à la quantité de chaque polymorphe

présent dans le mélange. C’est pourquoi une méthodologie de détermination quantitative des formes

polymorphiques est essentielle. Par ailleurs, le suivi quantitatif des transformations de phase est une

information importante permettant d’élucider les mécanismes de formation et de dissolution des poly-

morphes du carbonate de calcium. Trois techniques d’analyse permettent de caractériser les différents

polymorphes. En spectroscopie Infra Rouge (IR), il est possible de différencier les trois polymorphes

par leur mode de vibration situé à bas nombre d’onde (< 400 cm−1), qui ne sont pas faciles d’accès
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en IR classique. Par conséquent, la spectroscopie Raman apparâıt comme l’outil le plus adapté pour

l’analyse de la composition d’un mélange de polymorphes sur un procédé. Cependant, la quantification

précise reste encore délicate selon les systèmes polymorphiques considérés. De façon quantitative, pour

CaCO3, la spectroscopie Raman a été jusqu’ici principalement réservée aux mélanges de deux poly-

morphes. Lorsque les trois polymorphes sont présents, la superposition des bandes caractéristiques

complique le traitement des spectres. Il est par conséquent difficile de trouver une méthode d’ana-

lyse qualitative et quantitative précise de mélanges de trois polymorphes en raison de la difficulté à

différencier les différentes phases. L’objectif de ce travail est de développer une méthodologie d’exploi-

tation des spectres afin de faire de la spectroscopie Raman la technique d’analyse quantitative la plus

précise, fiable et rapide de la composition d’un mélange des trois polymorphes de carbonate de calcium.

C’est donc associée aux méthodes de séparation de sources que la spectroscopie Raman devient une

méthode analytique quantitative précise de détermination de la composition d’un mélange polymor-

phique. Les propriétés physiques du produit cristallisé dépendent en grande partie du pourcentage de

chaque présent de polymorphe. Par conséquent, il est nécessaire de mesurer les concentrations relatives

de ces polymorphes dans les mélanges. La formation des polymorphes de carbonate de calcium par le

mélange de deux solutions contenant respectivement les ions calcium (solution CaCl2) et carbonate

(solution Na2CO3) se déroule en deux périodes distinctes. La première période est la précipitation.

Cette période est très rapide (quelques minutes) et elle fournit un mélange des polymorphes de car-

bonate de calcium. La deuxième période (un processus lent de quelques heures à plusieurs jours)

représente la transformation de phase des polymorphes instables vers le polymorphe le plus stable

(calcite). Comprendre le mécanisme de leur transformation est d’une importance primordiale pour

élucider des mécanismes de formation et de dissolution de carbonate de calcium. De plus, dans les

conditions industrielles, la calcite est le produit désiré, ainsi un objectif du travail est d’étudier les

mécanismes de la transformation de phase conduisant à la calcite.

6.3.3.2 Acquisition des données

Le spectre Raman est caractéristique de l’échantillon étudié. C’est pourquoi il est possible de dis-

tinguer les polymorphes entre eux. Le spectromètre Raman utilisé dans ce travail est un dispositif

Jobin-Yvon T64000 couplé à une caméra CDD (Coupled Device Detector) refroidi à l’azote liquide

et à un microscope confocal (objectif X50). L’échantillon est positionné sous le microscope qui fo-

calise le rayon laser (550 nm) et qui collecte la lumière rétrodiffusée. Dans les conditions de travail

choisies, le temps d’analyse est très court puisque l’acquisition d’un spectre se fait en moins de deux

minutes. Afin de vérifier l’homogénéité des mélanges étalons, l’acquisition est réalisée sur au moins

cinq régions différentes du même échantillon. Cependant, pour des mélanges obtenus au cours d’une

synthèse par précipitation simultanée des trois polymorphes, il est inutile de faire l’acquisition sur

autant de points parce que les mélanges sont relativement homogènes. Les expériences commencent

par l’introduction de 100mL d’une solution contenant Na2CO3 0.625 mol/L + NaCl 5 mol/L dans

2.5L d’une solution contenant CaCl2 0.025 mol/L + NaCl 5 mol/L introduite précédemment dans un

réacteur thermostaté. Après l’étape initiale de précipitation (correspondant à l’échantillon prélevé à 2

minutes), la transformation de phase est suivie par des prélèvements réguliers dans le temps. Chaque
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Fig. 6.10 – Spectres mesurés à plusieurs températures.

prélèvement est ensuite analysé par spectromètrie Raman. Afin de fournir une étude complète de

ces polymorphes, nous avons également tenu compte d’un autre paramètre pouvant influençant les

mécanismes : la température. Nous avons ainsi mené des expériences à 20, 30 ,40, 50, 60 et 70̊ C et les

spectres enregistrés sont montrés dans la figure 6.10.
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6.3.3.3 Traitement des données et interprétation des résultats

Les spectres des différents mélanges sont analysés en utilisant la méthode BPSS. Les signaux sources

et les coefficients de mélange estimés sont représentés dans la figure 6.11. Nous pouvons constater que

le résultat obtenu fournit une séparation assez nette des spectres purs des différents polymorphes. Afin

d’étudier la validité des résultats fournis parla méthode d’analyse, des mesures ont été effectuées de

telle sorte à mesurer indépendamment les spectres purs des trois amorphes. La figure 6.12 montre une

une analyse de corrélation entre les sources reconstruites et les spectres purs. Nous pouvons constater

la très forte corrélation entre les sources estimées et les spectres purs des trois amorphes.
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Fig. 6.11 – Spectres purs estimés par BPSS.
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Fig. 6.12 – Analyse de corrélation entre sources estimées et spectres purs.

De plus, les profils des coefficients de mélange (figure 6.13) permettent de déduire les proportions

de chaque espèce pour une température et un instant donnés. Ainsi, nous pouvons constater que la

température joue un rôle très important sur le polymorphes formé après précipitation (2 min) : à 20

C̊ le CaCO3 précipite sous la forme de vatérite pure alors qu’à 70̊ C l’aragonite pure est formée. Par

ailleurs, le suivi au cours du temps, nous informe sur le processus de transformation de phase : le

système évolue vers la phase cristalline la plus stable, la calcite. Par exemple à 40 C̊, il faut une durée

de 7 heures pour que le système évolue vers la caclite pure.
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Fig. 6.13 – Proportions des trois espèces dans les mélanges : (a) suivi la transformation de phase à

40̊ C et (b) polymorphes après précipitation.

6.3.4 Analyse des complexes cations métalliques - biomolécules

6.3.4.1 Problématique

L’objectif essentiel de cette analyse est l’étude physico-chimique du comportement des métaux, tels

que le fer, le cuivre, le mercure, le nickel, en solution et aux interfaces, en vue de la compréhension

de leur impact dans l’environnement. Cet objectif peut être atteint par la description qualitative et

quantitative des relations structure-propriétés-réactivité des édifices moléculaires, libres en solution ou

présents aux interfaces solides-liquides à l’aide des spectroscopies UV-Vis. Notre application portera

sur le comportement du cuivre en solution. Le cation Cu2+ est connu pour sa capacité complexante

avec des biomolécules. Ces biomolécules servent ainsi de vecteurs dans le transport de ce cation.

La structure des complexes formés dans l’eau est déterminée par potentiométrie et spectroscopies

en fonction du pH. Une technique spectroscopique systématiquement employée est la spectroscopie

d’absorption UV-Visible. Les données acquises s’avèrent souvent difficiles à interpréter car les spectres

des différents complexes se recouvrent très fortement à cause de la largeur des bandes d’absorption

électroniques. Leur analyse quantitative nécessite donc le recours aux méthodes de séparation de

sources non-négatives.

6.3.4.2 Acquisition des données

La complexation du ligand alanylglycylhistamine (Agha) avec le cation Cu2+ a été suivie par spectro-

scopie UV-Visible en fonction du pH. Les données ont été fournie par S. Giroux1 et présentées dans

[GHR+05]. Les spectres ont été enregistrés pour un mélange dont le rapport cation sur ligand est

de 1/5, avec une concentration de cuivre constante de 1.07 10-2 mol/L−1. Le pH varie au cours des

mesures de 2 à 8. La figure 6.14 montre les spectres observés dans la bande spectrale du visible.

1Université Henri Poincaré, Nancy 1, Laboratoire SRSMC, UMR CNRS 7565.
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Fig. 6.14 – (a) Observations enregistrées pour plusieurs valeurs du pH et (b) valeurs propres de la

matrice de covariance empirique des observations.

6.3.4.3 Traitement des données et interprétation des résultats

Les spectres enregistrés pour différentes valeurs du pH sont analysés en utilisant la méthode BPSS.

Afin de choisir le nombre de sources à estimer, le profil de valeurs propres permet de suspecter la

présence de quatre espèces. La figure 6.15 montre les résultats de la séparation en utilisant l’approche

BPSS. La source estimée d’indice 2 représente le cation libre M (source 2) et les sources numéro 1,3

et 4 caractérisent les complexes MLH MLH−1 et MLH−2, respectivement. Il s’agit des trois équilibres

suivants

M + LH ⇆ MLH ⇆ MLH−1 + H+
⇆ MLH−2 + H+ (6.11)

Le résultat de l’analyse par BPSS fournit également le diagramme de distribution des espèces en

fonction du pH. Ce dernier est en accord avec celui obtenu par Gizzi et al. [GHR+05] à partir de

données potentiométriques.

400 500 600 700 800 900
0

1

2

3

MLH
M
MLH−1

MLH−2

Longueur d’onde (nm)

(a) Spectres purs estimés

2 4 6 8
0

0.2

0.4

0.6

0.8

1

MLH
M
MLH−1

MLH−2

(b) Proportions des espèces dans les mélanges
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6.4 Conclusion

Dans ce chapitre nous avons présenté une introduction à la spectroscopie et l’application des méthodes

développées à des signaux expérimentaux. Les deux objectifs sont la validation des méthodes sur des

données réelles et leur test sur des problématiques d’analyse physico-chimiques. Sur la totalité des

expériences réalisées, l’approche BPSS a fournit les meilleurs résultats, ce qui signifie que le modèle de

distribution gamma est assez réaliste, sauf dans le cas de sources avec un arrière-plan très grand. Par

ailleurs, à partir des analyses présentées ainsi que le traitement d’autres signaux, nous avons établi

plusieurs constatations qui révèlent les avantages et limitations des approches proposées et également

la difficulté du traitement de données spectroscopiques. Un premier point est celui de l’estimation du

nombre de composantes du mélange. En l’absence d’informations théoriques sur le nombre de sources,

l’estimation de ce nombre est assez difficile sur des données réelles. Cette difficulté s’explique par

le fait que les sources peuvent être de très faible proportion ou encore certains spectres purs sont

très fortement corrélés, ce qui engendre la non détection de la composante dans le premier cas ou

l’assimilation des deux spectres à une seule source dans le deuxième cas. Il est alors nécessaire de

choisir un modèle a priori plus adapté ou de travailler sur les dérivées des spectres afin d’augmenter le

contraste entre les sources recherchées. Dans certaines applications réelles, les profils des coefficients de

mélange présentent des allures prévisibles. Outre la douceur d’évolution, ces profils peuvent présenter

un seul mode pour chaque source (on parle alors d’unimodalité). Parfois, les espèces présentes au début

et fin de réaction sont connues et seulement les intermédiaires réactionnels ne sont pas accessibles à

la mesure. Toutes ces informations peuvent être prises en compte lors de la séparation et notamment

dans une approche bayésienne et peut conduire à une amélioration des performances des algorithmes

et surtout assurer la cohérence de l’interprétation des résultats. Lors d’une étude physico-chimique, les

expériences sont réalisées en faisant varier plusieurs paramètres simultanément. Si on suppose que les

signatures spectrales des différentes espèces restent inchangées pour toutes les valeurs des paramètres,

uniquement leurs proportions changent, le problème peut être ramené au cas bilinéaire, séparation de

sources avec mélange linéaire invariant. Par contre, si les signatures spectrales changent pour certains

paramètres d’évolution, le problème devient multi-linéaire et dans ce cas les modèles PARAFAC (pour

Parallel factor analysis) sont plus adéquats.
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Dans ce document nous avons étudié un problème de séparation de sources non-négatives dans un but

d’application au traitement de signaux spectroscopiques.

Bilan

La première étape de ce travail a été focalisée sur l’étude de la séparation de sources spectroscopiques

en utilisant les méthodes d’analyse en composantes indépendantes. Nous avons réalisé une étude des

situations dans lesquelles ces méthodes peuvent être appliquées avec succès et nous avons aussi formulé

les raisons de l’échec de ces méthodes à séparer des sources spectroscopiques. Il s’avère que la difficulté

principale provient de la non-orthogonalité des spectres de composantes pures et particulièrement

lorsque celles-ci possèdent des structures moléculaires très proches. Compte tenu de la non-négativité

des coefficients de mélange et des signaux sources, la séparation de sources spectroscopiques peut être

vu comme un problème de factorisation en matrices non-négatives. Nous avons présenté une analyse

des cas où les méthodes de factorisation ne donnent pas une solution correcte. La raison principale est

due à la non-unicité des solutions admissibles sous la seule contrainte de non-négativté. Nous avons

particulièrement analysé de plus près les conditions nécessaires et les conditions suffisantes pour que

cette solution soit unique. Bien que les conditions suffisantes formulées soient restrictives, les conditions

nécessaires permettent de vérifier a priori si les méthodes de factorisation en matrices non-négatives

donnent une solution unique.

L’étude de l’approche du maximum de vraisemblance s’est révélée intéressante à plus d’un titre.

D’une part, cette approche permet d’aborder le problème de séparation dans une optique de reconstruc-

tion et non de factorisation ou décomposition. D’autre part, la distribution des sources à reconstruire

est prise en compte explicitement via un choix approprié de la fonction non-linéaire. Ainsi, nous avons

montré que la modélisation de la distribution des sources par une densité gamma permet de synthétiser

une fonction non-linéaire permettant d’aboutir à des sources non-négatives. Cependant, cette approche

du maximum de vraisemblance n’impose aucune contrainte particulière sur les coefficients de mélange

et donc, n’est pas totalement adaptée aux cas de signaux spectroscopiques. Par conséquent, le recours

à une approche bayésienne pour la séparation de sources spectroscopiques s’avère comme étant la

démarche la plus appropriée. Ainsi, nous avons présenté une méthode originale dans laquelle les sources

et les coefficients de mélange sont représentés par des densités gamma et les calculs bayésiens sont

effectués en utilisant les méthodes MCMC. L’analyse des performances des différentes approches dans
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des conditions différentes et particulièrement l’étude de l’influence du niveau de bruit, de la corrélation

des sources et la présence d’un arrière plan, montre que l’approche bayésienne reste supérieure aux

autres approches, même si ses performances se dégradent plus au moins fortement dès que le modèle

a priori s’éloigne des sources recherchées. L’analyse de données physico-chimiques par spectroscopie

est une démarche très intéressante car elle permet d’accéder à des informations structurelle par une

étude de l’interaction des molécules avec un faisceau électromagnétique. L’application de la méthode

proposée au traitement de signaux issus de trois problèmes d’analyse physico-chimique a montré que

les méthodes de séparation de sources non-négatives constituent un outil efficace pour l’aide à l’étude

spectroscopique et parfois même indispensable pour l’analyse. Outre les aspects méthodologiques, nous

avons réalisé durant ce travail une implantation d’une très large famille de méthodes de séparation

de sources et ces programmes peuvent servir au développement d’une boite à outils de séparation de

sources non-négatives.

Par ailleurs, certains points nécessitent des analyses complémentaires. Nous avons décelé la

problématique de l’estimation du nombre de sources sur des données réelles, car dans tous les al-

gorithmes proposés le nombre de sources est supposé connu. D’autre part, l’analyse de convergence

des châınes de Markov est réalisé de façon interactive pour le choix du temps de chauffe et du nombre

d’itérations nécessaires pour la convergence. Nous pouvons imaginer de spécifier des ”indicateurs” de

convergence ou encore définir des critères d’arrêt automatique.

Perspectives

Le traitement des données expérimentales et les études menées durant ce travail ont permis un retour

d’expérience très enrichissant. Partant de cette expérience, plusieurs perspectives à ce travail peuvent

être envisagées. Une étape immédiate est l’application des méthodes proposées à l’analyse de données

réelles et notamment leur mise à disposition des utilisateurs potentiels des techniques spectroscopiques.

Sur le plan méthodologique, un problème ouvert est celui de l’estimation du nombre de sources.

Habituellement, le nombre de sources en absence de bruit correspond au rang de la matrice de données.

Cependant, dans le cas de la séparation de sources non-négatives, le nombre de sources correspond

au rang positif, qui est défini comme étant le nombre minimum de sources non-négatives dont une

combinaison linéaire non-négative reproduit les données. La question fondamentale est d’étudier si

le nombre de sources correspond effectivement au rang non-négatif et de déterminer un algorithme

permettant d’estimer ce rang. Ou encore, définir un modèle a priori adéquat pour appliquer les

méthodes de Monte Carlo à sauts réversibles (RJMCMC) pour réaliser une estimation du nombre

de sources en même temps que leur séparation. Un autre point concerne la recherche de conditions

suffisantes pour l’unicité de la solution avec comme objectif, trouver des conditions flexibles et faciles

à vérifier sur la matrice de données. Un tel résultat permettra de tester a priori le succès ou l’échec

des méthodes de factorisation en matrices non-négatives. Dans le cas de l’échec de ces méthodes et

compte tenu des résultats obtenus durant ce travail, l’approche bayésienne est très appropriée pour

l’analyse. Cependant, afin de choisir un modèle a priori qui soit le plus proche possible des données, des
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contraintes supplémentaires telles que la douceur des spectres, la continuité de l’évolution des profils de

concentrations ou encore leur unimodalité méritent d’être prise en compte. Une perspective à plus long

terme, concerne l’étude de l’identifiabilité du modèle si on utilise une représentation paramètrique de

la forme des spectres purs qui consiste en une superposition de motifs élémentaires de type gaussien ou

lorentzien auxquels se rajoute un arrière-plan. La même étude est à réaliser dans le cas où on suppose

également un modèle paramètrique sur les profils d’évolution des concentrations.

Sur le plan de l’analyse de données réelles, une étude intéressante à mener concerne le traite-

ment des signaux issues de l’analyse d’une substance multi-composantes par plusieurs types de spec-

tromètres. L’objectif du traitement dans ce cas rejoint à la fois la problématique de séparation de

sources ainsi que celle de la fusion de données. Une orientation importante concerne l’extension de

tous ces développement au cas multilinéaire qui résulte du suivi d’un processus physico-chimiques

où les spectres des composantes purs et leurs proportions dans les mélanges varient simultanément

en fonction de plusieurs paramètres. Il s’agit des modèles Multiway et PARAFAC. Dans une telle

situation, une question importante est celle de l’apport des méthodes d’estimation bayésienne pour la

résolution d’un tel problème inverse.
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Annexe A

Calcul de la densité conditionnelle a

posteriori des signaux sources

La densité conditionnelle a posteriori des signaux sources est exprimée sous la forme

p(s|µ, R, α, β) = N (s; µ, R) ×
p∏

j=1

G(sj ; αj , βj). (A.1)

Notons que l’indice temporel est volontairement omis pour simplifier l’écriture. Afin de simuler des

réalisations à partir de cette densité multivariables, nous utilisons l’algorithme de Gibbs pour générer

successivement les variables à partir des densités conditionnelles des composantes du vecteur s. C’est-

à-dire, à chaque itération {ℓ; ℓ = 1, . . . , L}, simuler

s
(ℓ+1)
1 ∼ N

(
s1; µ̃

(ℓ)
1 , σ

(ℓ)
1

)
× G (s1; α1, β1) , (A.2)

s
(ℓ+1)
2 ∼ N

(
s2; µ̃

(ℓ)
2 , σ

(ℓ)
2

)
× G (s2; α2, β2) , (A.3)

... (A.4)

s(ℓ+1)
p ∼ N

(
sp; µ̃

(ℓ)
p , σ(ℓ)

p

)
× G (sp; αp, βp) , (A.5)

avec

µ̃
(ℓ)
j = µj + rT

(j,−j)

[
R(−j,−j)

]−1
(
s̃(−j) − µ(−j)

)
, (A.6)

σ
(ℓ)
j =

√
r(j,j) − rT

(j,−j)

[
R(−j,−j)

]−1
r(j,−j), (A.7)

où r(j,−j) est le vecteur obtenu à partir de la j-ème colonne de R et dont le j-ème terme est sup-

primé. R(−j,−j) est la matrice obtenue à partir de R en supprimant sa j-ème ligne et sa j-ème

colonne. µ(−j) est le vecteur des moyennes dont la j-ème composante est supprimée et s̃(−j) =[
s
(ℓ+1)
1 , s

(ℓ+1)
(j−1), s

(ℓ)
(j+1), s

(ℓ)
p

]
. Il apparâıt ainsi que la densité conditionnelle a posteriori de chaque source

est un produit d’une loi normale avec une loi gamma (loi normale-gamma), qui conduit à une densité

de la forme

p(sj |αj , βj , µj , σj) ∝ s
αj−1
j exp

{
− 1

2σ2
j

[
sj − µ̃j

]2 − βjsj

}
I[0,+∞[(sj). (A.8)
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La technique utilisée pour simuler cette distribution est décrite dans l’annexe B. Notons que cette

densité a été également rencontrée dans [Gre90, Tsi00].



Annexe B

Simulation d’une densité

normale-gamma

Le densité conditionnelle a posteriori des sources et des coefficients de mélange est une densité normale-

gamma qui se présente sous la forme

p(s|µ, σ, α, β) = K(µ, σ, α, β) sα−1 exp

{
− 1

2 σ2
[s − µ]2 − βs

}
I[0,+∞[(s), (B.1)

où K(µ, σ, α, β) est une constante de normalisation.

Étant donné que cette densité n’est pas usuelle, une méthode de simulation spécifique doit être ap-

pliquée. L’algorithme de Metropolis-Hastings (M-H) est utilisé. Afin d’optimiser le taux d’acceptation

de l’algorithme M-H, la densité de proposition est calculée à partir du mode et du facteur de dispersion

de cette densité.

La densité B.1 est récrite sous la forme

p(s|µ, σ, α, β) ∝ sα−1 exp

{
−(s − µ̃)2

2 σ̃2

}
I[0,+∞[(s), (B.2)

où (µ̃ = µ − β σ2) et (σ̃ = σ). Le mode de cette densité est obtenu par résolution de l’équation

caractéristique

s2 − µps − σ2
p

(
α − 1

)
= 0, (B.3)

avec s > 0, ce qui donne

νmax
p =





0 si ∆ < 0;

max

{
1

2

(
µp +

√
∆

)
, 0

}
sinon,

(B.4)

où ∆ = µ2
p + 4σ2

p

(
α − 1

)
. Noter que la racine

{
1

2

(
µp −

√
∆

)}
ne correspond pas à un maximum de

la densité cible. La figure B.2 illustre trois formes typiques de cette distribution

On peut considérer une loi normale à support positif et de paramètres (µq = νmax
p ) et (σq = σp)

comme densité instrumentale,

q (x) = N+

(
x; µq, σ

2
q

)
. (B.5)
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Fig. B.1 – Quelques formes typiques de la densité normale-gamma.

Cette loi offre l’avantage de proposer à chaque fois des échantillons qui peuvent être acceptés, car

si l’on choisit une loi à support non-borné on sait que tout échantillon négatif sera rejeté avec une

probabilité 1. La simulation de la loi normale tronquée est réalisée soit par inversion de la fonction de

répartition [GSL92], soit par une méthode d’acceptation rejet [Rob95, MBI05a].

La figure B.2 illustre trois formes typiques de cette distribution et les histogrammes des variables

simulées à partir de ces densités en utilisant l’algorithme proposé.

0 0.05 0.1 0.15 0.2 0.25 0.3 0.35 0.4
0

2

4

6

8

10

12

14

α = 0.5, β = 1, µ = 0.1, σ = 0.1

0 0.1 0.2 0.3
0

2

4

6

8

10

α = 0.5, β = 1, µ = 0.1, σ = 0.05

0 0.05 0.1 0.15 0.2 0.25 0.3 0.35
0

2

4

6

8

10

12

α = 2, β = 1, µ = 0.1, σ = 0.1

Fig. B.2 – Histogrammes de 5000 échantillons simulés en utilisant l’algorithme M-H indépendant.



Annexe C

Simulation des paramètres d’une

densité gamma

Rappelons d’abord qu’une densité gamma s’exprime par

p(s|α, β) =
βα

Γ(α)
sα−1 exp{−βs}, (C.1)

où α > 0 est son paramètre de forme et β > 0 est son paramètre d’échelle.

Le problème d’estimation des paramètres se pose comme suit : ayant n échantillons, d’un signal s(1:n)

supposé distribué selon une loi gamma, estimer les paramètres (α, β) de cette loi.

La densité conjointe a posteriori de ces paramètres s’exprime par

p(α, β|s(1:n), β) ∝

(
βα

Γ(α)

)n

exp

{
α

n∑

k=1

log sk − β
n∑

k=1

sk

}
× p(α, β). (C.2)

La simulation de cette densité en utilisant l’algorithme de Gibbs requiert les deux densités condition-

nelles a posteriori de ces deux paramètres

p(α|s(1:n), β) ∝

(
1

Γ(α)
exp

{[
log β +

1

n

n∑

k=1

log sk

]
α

})n

× p(α) (C.3)

p(β|s(1:n), α) ∝ βnα exp

{
−β

n∑

k=1

sk

}
× p(β). (C.4)

Premièrement, notons λα = log β +
1

n

n∑
k=1

log sk et utilisons une densité Gamma

q(α) ∝ ααq−1 exp {−βqα} I[0,+∞[ (α) , (C.5)

pour approcher la fonction

g(α) =
1

Γ(α)
exp {λαα} . (C.6)

Les paramètres (αq, βq) de cette distribution sont déterminés de telle sorte à ce que les modes et les

points d’inflexions des deux fonctions q(α) et g(α) cöıncident. Les paramètres de la densité gamma
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sont alors déduits par 



αq = 1 +
α2

mode

(αmode − αinfl)
2 ,

βq =
αmode

(αmode − αinfl)
2 ,

(C.7)

où αmode et αinfl sont respectivement le mode et le point d’inflexion supérieur de g(α). Le calcul des

deux premières dérivées de g(z) donne les deux équations non-linéaires suivantes




ψ(αmode) − λα = 0,

ψ(1)(αinfl) − (ψ(αinfl) − λα)2 = 0,
(C.8)

où ψ est la fonction psi, définie par ψ(z) =
d

dz
log Γ(z), connue aussi sous le nom de fonction digamma

et ψ(1) est sa première dérivée (fonction Trigamma) [AS72, p.253]. La résolution de ces deux équations

est réalisée par une méthode de recherche des racines d’une fonction [PTVF92, ch.9] (Dichotomie,

Newton-Raphson, Point fixe).

En définitive, la densité conditionnelle a posteriori p
(
α|s(1:n), β

)
= g(α)n est simulée en utilisant un

algorithme Metropolis-Hastings avec une loi gamma comme densité instrumentale avec des paramètres




αα = n (αq − 1) + 1,

βα = nβq.
(C.9)

Pour ce qui est des paramètres β(1:p), la densité a posteriori conditionnelle de chaque paramètre est

donnée par

p
(
β
∣∣s(1:n), α

)
∝ βnα exp

{
−β

n∑

k=1

sk

}
× p(β). (C.10)

On peut noter rapidement qu’une loi conjuguée pour la paramètres β est une densité gamma,

β ∼ G
(
αprior

β , βprior
β

)
, (C.11)

ce qui mène à une densité conditionnelle a posteriori qui est aussi une loi gamma

(
β
∣∣s(1:n), α

)
∼ G

(
αpost

β , βpost
β

)
, (C.12)

avec des paramètres 



αpost
β = 1 + nα + αprior

β ,

βpost
β =

n∑
k=1

sk + βprior
β .

(C.13)

Afin d’illustrer la méthode proposée pour la simulation des paramètres d’une densité gamma, nous

présentons un exemple avec une séquence de n = 200 points et simulée à partir d’une densité gamma

de paramètres αo = 3 and βo = 2. La figure C.1 montre une réalisation de la châıne de Markov

simulée à partir de la densité a posteriori du couple de paramètres (α, β) et le taux d’acceptation

de l’algorithme M-H. Le temps de chauffe étant fixé à 100 itérations et le résultat de l’estimation est

exprimé en termes de moyennes et écart type calculés sur 10000 itérations.

Les résultats de l’estimation par la moyenne marginale a posteriori sont satisfaisants (α̂ = 3.02± 0.25

et β̂ = 2.00 ± 0.18 et le taux d’acceptation de l’algorithme M-H est de l’ordre de 81 %.
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Fig. C.1 – (a) Distribution conjointe a posteriori des deux paramètres de la distribution gamma, (b)

distribution des paramètres simulés par Gibbs, (c) châınes de Markov associées aux deux paramètres et

(d) taux d’acceptation de l’algorithme M-H lors de la simulation du paramètre de forme de la densité

gamma.
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[Bel95] A. Belouchrani : Séparation autodidacte de sources : algorithmes, performances et
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mining. Thèse de doctorat, Helsinki University of Technology, 2003. 3.2.1.1

[BJ02] F.-R. Bach et M.-I. Jordan : Kernel independent component analysis. Journal of

Machine Learning Research, 3:1–40, 2002. 1.2.2.2

[BK85] O.S. Borgen et B.R. Kowalski : An extension of the multivariate component re-

solution method to three component. Analytica Chimica Acta, 174:1–26, 1985. 1.3.1,

1.3.1.1

[BMCM97] A. Belouchrani, K. Abed Meraim, J.-F. Cardoso et E. Moulines : A blind source

separation technique based on second order statistics. IEEE Transactions on Signal

Processing, 45(2):434–444, 1997. (document), 1.2.2.1

[BN05] N. Bonneta et D. Nuzillard : Independent component analysis : A new possibility

for analysing series of electron energy loss spectra. Ultramicroscopy, 102:327–337, 2005.

1.2.4.2

[BS95] A.J. Bell et T.J. Sejnowski : An information-maximization approach to blind sepa-

ration and blind deconvolution. Neural Computation, 7:1129–1159, 1995. 1.2.2.2

[BS03] R. Bro et A.-K. Smilde : Centering and scaling in component analysis. Journal of

Chemometrics, 17:16–33, 2003. 6.3.1.1

[BTT91] M. Bierlaire, Ph. Toint et D. Tuyttens : On iterative algorithms for linear least

squares problems with bound constraints. Linear Algebra and Applications, 143:111–143,

1991. 4.3.2.1

[BV00] J.-F. Bercher et C. Vignat : Estimating the entropy of a signal with applications.

IEEE Transactions on Signal Processing, 48:1687–1694, 2000. 1.2.2.2

[CA02] A. Cichocki et S.-I. Amari : Adaptive blind signal and image processing - Learning

algorithms and applications. John Wiley, 2002. 5.1.4

[Car89] J.-F. Cardoso : Source separation using higher order moments. In Proceedings of In-

ternational Conference on Acoustics, Speech and Signal Processing (ICASSP’89), pages

2109–2112, Glasgow, UK, 1989. (document), 1.2.2.1

[Car92] J.-F. Cardoso : Iterative techniques for blind source separation using only fourth-order

cumulants. In Proc. EUSIPCO, pages 739–742, Brussels, Belgium, 1992. 1.2.2.1

[Car97] J.-F. Cardoso : Infomax and maximum likelihood for source separation. IEEE Signal

Processing Letters, 4:112–114, 1997. 1.2.2.2, 1.2.2.3, 3.2

[Car98] J.-F. Cardoso : Blind signal separation : statistical principles. Proc. IEEE, 9(10):2009–

2025, 1998. 3.2.4

[Car99a] J.-F. Cardoso : High–order contrasts for independent component analysis. Neural

Computation, 11(1):157–192, 1999. 1.2.1.5, 1.2.2.2



BIBLIOGRAPHIE 137

[Car99b] C. Carteret : Etude, par spectroscopie dans le proche infrarouge, et modélisation

des structures de surface et de l’hydratation de silices amorphes. Thèse de doctorat,
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1.2.4.2
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[Maz05] V. Mazet : Développement de méthodes de traitements de signaux de spectroscopies :

estimation de la ligne de base et du spectre de raies. Thèse de doctorat, Université Henri
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Riverside, 1998. 4.2
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