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Adaptation de la méthode des colonies de

fourmis pour l’optimisation en variables

continues. Application en génie biomédical

Johann Dréo



Résumé

Bien que les problèmes d’optimisation difficile en variables continues soient très cou-

rants en ingénierie, ils sont peu étudiés en recherche opérationnelle. La plupart des al-

gorithmes d’optimisation sont en effet proposés dans le domaine combinatoire. Dès lors,

l’adaptation de ces métaheuristiques combinatoires aux problèmes continus est profitable

à un grand nombre de problèmes réels.

Parmi ces méthodes, les algorithmes de colonies de fourmis forment une classe des

métaheuristiques récemment proposée pour les problèmes d’optimisation difficile. Ces al-

gorithmes s’inspirent des comportements collectifs de dépôt et de suivi de piste observés

dans les colonies de fourmis. Une colonie d’agents simples (les fourmis) communiquent

indirectement via des modifications dynamiques de leur environnement (les pistes de

phéromone) et construisent ainsi une solution à un problème, en s’appuyant sur leur

expérience collective.

Deux approches sont possibles pour concevoir des métaheuristiques d’optimisation

continue en suivant cette métaphore. La première consiste à créer un système multi-agent

où la communication joue un rôle central, en tant que processus permettant l’émergence

d’un comportement global cohérent du système. Nous proposons, dans cette optique,

des algorithmes de “colonies de fourmis interagissantes” (baptisés CIAC et HCIAC ). La

deuxième approche décrit les algorithmes de colonies de fourmis comme des méthodes

manipulant un échantillonnage d’une distribution de probabilité. Nous proposons ainsi

une métaheuristique “à estimation de distribution” (nommée CHEDA).

De plus, la conception de métaheuristiques peut être guidée par le concept de program-

mation à mémoire adaptative, qui met notamment l’accent sur les processus de mémoire,

de diversification et d’intensification. Nos algorithmes font l’objet d’une hybridation avec

une recherche locale de Nelder-Mead, qui améliore l’intensification de la recherche.

Les algorithmes de colonies de fourmis du type “multi-agent” présentent des ca-

ractéristiques de flexibilité particulièrement intéressantes sur des problèmes combinatoires

dynamiques. Nous avons donc adapté notre méthode hybride de colonie de fourmis in-

teragissantes à des problèmes continus dynamiques (algorithme DHCIAC ), pour lesquels

nous proposons également un nouveau jeu de test cohérent.

Nos algorithmes sont enfin appliqués dans le cadre d’un problème biomédical concer-

nant les pathologies du vieillissement oculaire. L’automatisation du suivi des lésions de

l’oeil nécessite en effet une étape d’optimisation, lors du recalage d’images d’une séquence

d’angiographie rétinienne.

Mots-clefs : Optimisation, optimisation difficile, optimisation continue, optimisation dynamique, méta-
heuristiques, algorithmes de colonies de fourmis, auto-organisation, programmation à mémoire adaptative,
estimation de distribution, recalage d’image, angiographie rétinienne
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1.3.5.2 Problèmes dynamiques . . . . . . . . . . . . . . . . . . . . 27

I



Table des matières
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3.2.3.1 Améliorations de CIAC . . . . . . . . . . . . . . . . . . . 70

3.2.3.2 Hybridation . . . . . . . . . . . . . . . . . . . . . . . . . . 73

3.2.3.3 Algorithme final . . . . . . . . . . . . . . . . . . . . . . . 75
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5.1.2.1 Méthodes existantes . . . . . . . . . . . . . . . . . . . . . 113
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Introduction

Cette thèse part du constat simple que les colonies de fourmis résolvent des problèmes

complexes, bien que l’intelligence d’une fourmi soit limitée. L’étude de leur comportement

a donné naissance à plusieurs nouvelles méthodes de résolution de problèmes.

L’inspiration pour la création de nouvelles méthodes en ingénierie provient d’horizons

très divers, des mathématiques les plus abstraites aux sciences sociales, en passant par

la biologie. L’étude de phénomènes réels est d’ailleurs une source fertile d’inspiration en

ingénierie informatique, où l’étude et la modélisation des systèmes complexes sont très

présentes.

En recherche opérationnelle, et plus précisément dans le domaine de l’optimisation

difficile, la majorité des méthodes sont inspirées par de telles études, et notamment par la

biologie. Le fait que la biologie étudie souvent des systèmes présentant des comportements

dits “intelligents” n’est pas étranger au fait qu’ils soient modélisés, puis transposés dans le

cadre de problèmes “réels”. On parle parfois d’intelligence artificielle biomimétique pour

désigner de telles approches.

Parmi les domaines de la biologie fertiles en inspiration, l’éthologie (étude du com-

portement des animaux) a récemment donné lieu à plusieurs avancées significatives, dont

la conception de systèmes de fourmis artificielles. Ces systèmes sont notamment étudiés

en robotique, en classification ou encore en optimisation. On rencontre souvent le terme

d’“intelligence en essaim” pour désigner ces systèmes, où l’intelligence du système entier

est plus grande que celle de la simple somme de ses parties.

Dans le cadre de l’optimisation, cette approche a donné lieu à la création de nouvelles

métaheuristiques. Les métaheuristiques forment une famille d’algorithmes d’optimisation

visant à résoudre des problèmes d’optimisation difficile, pour lesquels on ne connâıt pas

de méthode classique plus efficace. Elles sont généralement utilisées comme des méthodes

génériques pouvant optimiser une large gamme de problèmes différents, sans nécessiter

de changements profonds dans l’algorithme employé. Les algorithmes de colonies de four-

mis forment ainsi une classe de métaheuristique récemment proposée pour les problèmes

d’optimisation difficile discrets.
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Introduction

Bien que les problèmes d’optimisation difficile en variables continues soient très cou-

rants en ingénierie, ils sont peu étudiés en recherche opérationnelle. La plupart des algo-

rithmes d’optimisation sont, en effet, proposés dans le domaine combinatoire. Dès lors,

l’adaptation de ces métaheuristiques combinatoires aux problèmes continus est profitable

à un grand nombre de problèmes réels.

Cette thèse a été préparée au sein de l’université de Paris 12, dans le Laboratoire

d’Étude et de Recherche en Instrumentation, Signaux et Systèmes (LERISS, E.A. 412).

Ce laboratoire est principalement orienté vers l’imagerie et le traitement du signal en

génie biologique et médical. Ce travail a été financé par une allocation de recherche du

ministère de la recherche, puis par un demi poste d’attaché temporaire à l’enseignement

et à la recherche (ATER), partagé entre le LERISS et l’IUT de Créteil-Vitry. Cette thèse

a été encadrée par P. Siarry, professeur et responsable de l’équipe “optimisation”, activité

transversale au LERISS. Cette équipe est notamment spécialisée dans l’adaptation des

métaheuristiques aux problèmes à variables continues. Les travaux de recherche précédents

ont ainsi concerné l’optimisation multiobjectif ou encore l’adaptation au cas continu du re-

cuit simulé, des algorithmes évolutionnaires, de la recherche avec tabous, . . . Ont participé

à mon travail de doctorat trois stagiaires en dernière année d’ingénieurs (José Oliveira,

Thibault Tertois et Pierre Truchetet) et deux en DEA (Hakim Haroun et Francis Dje-

belo). Dans le cadre de l’équipe optimisation, une thèse est actuellement en cours sur un

sujet connexe — concernant l’optimisation par essaims particulaires — (Lounis Salhi) et

une autre vise plus particulièrement à poursuivre le présent travail de recherche sur les

algorithmes de colonies de fourmis (Walid Tfaili).

Le but de la présente thèse est d’utiliser la métaphore des colonies de fourmis pour

concevoir des métaheuristiques d’optimisation adaptées aux problèmes en variables conti-

nues comme on en rencontre souvent en ingénierie. Les objectifs que nous nous sommes

fixés consistent à comprendre et isoler les mécanismes intéressants de cette métaphore, uti-

liser différentes approches de conception de métaheuristiques suivant cette optique et ap-

pliquer les algorithmes ainsi conçus à un problème d’optimisation du domaine biomédical.

Nous verrons, au cours du premier chapitre, comment les algorithmes de colonies de

fourmis s’inspirent des comportements collectifs de dépôt et de suivi de piste observés dans

les colonies de fourmis. Une colonie d’agents simples (les fourmis) communiquent indirec-

tement via des modifications dynamiques de leur environnement (les pistes de phéromone)

et construisent ainsi une solution à un problème, en s’appuyant sur leur expérience col-

lective.

Deux approches sont possibles pour concevoir des métaheuristiques d’optimisation

continue en suivant cette métaphore, comme nous le verrons dans le chapitre 2. La

première consiste à utiliser les concepts d’auto-organisation et de programmation à mémoire
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adaptative, pour créer un système multi-agent, où la communication joue un rôle central,

en tant que processus permettant l’émergence d’un comportement global cohérent du

système. La programmation à mémoire adaptative permet, en effet, de cerner les com-

posants principaux d’une métaheuristique itérative, et donne ainsi des guides pour la

conception de nouvelles méthodes. Les concepts de mémoire, de diversification et d’inten-

sification sont donc, en un sens, des buts à atteindre pour construire une métaheuristique.

Ces buts sont atteints via les concepts apportés par l’auto-organisation, qui décrit alors

une voie de conception, où les interactions locales et les rétro-actions sont centrales. Cette

approche part donc, en quelque sorte, du “bas” (le comportement des fourmis) vers le

“haut” (le comportement de la métaheuristique).

La deuxième approche décrit les algorithmes de colonies de fourmis comme des mét-

hodes manipulant un échantillonnage d’une distribution de probabilité. Ces méthodes se

fondent notamment sur des principes communs avec ceux de la programmation à mémoire

adaptative. Ainsi, les méthodes à colonies de fourmis peuvent être perçues comme des

algorithmes probabilistes, qui manipulent un échantillonnage de distribution, en augmen-

tant la probabilité d’explorer les meilleures solutions à chaque itération. Cette approche,

à l’inverse de la précédente, part donc plutôt du “haut” (le comportement souhaité de

l’algorithme) vers le “bas” (les processus de base).

Nous proposons, en suivant la première approche, des algorithmes de “colonies de

fourmis interagissantes” (baptisés CIAC ). Présentées dans le chapitre 3, ces méthodes

mettent l’accent sur les concepts de canaux de communication et de comportement indi-

viduel des fourmis. Nos algorithmes sont principalement expérimentés sur des problèmes

d’optimisation statiques, mais nous proposons une variante pour l’optimisation dynamique

en variables continues (DHCIAC ). Nous avons, à cette occasion, élaboré un nouveau jeu

de fonctions de test, qui vise à parcourir une large gamme de caractéristiques de l’opti-

misation dynamique, dans un but de cohérence.

La seconde approche nous a permis de concevoir un algorithme à estimation de dis-

tribution, baptisé CHEDA, présenté dans le chapitre 4. Cette méthode utilise une distri-

bution normale comme moyen de reproduction du comportement probabiliste des algo-

rithmes de colonies de fourmis.

La programmation à mémoire adaptative met en avant les processus d’intensifica-

tion, qui sont relativement bien illustrés par des algorithmes de recherche locale. Le

grand nombre d’algorithmes d’optimisation déjà existants tendant à faire se recouper

des méthodes venues d’horizons différents, il est ainsi souvent judicieux de s’appuyer sur

les méthodes éprouvées pour améliorer une nouvelle métaheuristique. Aussi, nos algo-

rithmes font-ils l’objet d’une hybridation avec une recherche locale. Cette hybridation a
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été effectuée de façon à lier les deux algorithmes mis en jeu, autrement que par une simple

intensification terminale (chapitres 3 et 4).

Le chapitre 5 présente comment, dans le cadre de l’application de nos algorithmes au

domaine biomédical, nous apportons une nouvelle approche dans le processus de reca-

lage d’images d’angiographies rétiniennes. L’automatisation du suivi des lésions de l’oeil

nécessite en effet une étape d’optimisation ; elle vise à minimiser l’écart entre deux images

successives, à l’aide d’une fonction de vraisemblance.

La conclusion récapitule enfin nos contributions et propose des perspectives sur les

travaux effectués.
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Chapitre 1

Algorithmes de colonies de fourmis

en optimisation : état de l’art

1.1 Introduction

L’optimisation est un sujet central en recherche opérationnelle, un grand nombre de

problèmes d’aide à la décision pouvant en effet être décrits sous la forme de problèmes

d’optimisation. Les problèmes d’identification, l’apprentissage supervisé de réseaux de

neurones ou encore la recherche du plus court chemin sont, par exemple, des problèmes

d’optimisation.

Ce chapitre décrit tout d’abord le cadre de l’optimisation difficile et des métaheuris-

tiques dans lequel nous nous plaçons dans ce travail, puis présente un état de l’art sur les

métaheuristiques dites “de colonies de fourmis”.

Les algorithmes de colonies de fourmis forment une classe des métaheuristiques ré-

cemment proposée pour les problèmes d’optimisation difficile. Ces algorithmes s’inspirent

des comportements collectifs de dépôt et de suivi de piste observés dans les colonies de

fourmis. Une colonie d’agents simples (les fourmis) communiquent indirectement via des

modifications dynamiques de leur environnement (les pistes de phéromone) et construisent

ainsi une solution à un problème, en s’appuyant sur leur expérience collective.

1.2 Métaheuristiques pour l’“optimisation difficile”

1.2.1 Optimisation difficile

1.2.1.1 Problème d’optimisation

Un problème d’optimisation au sens général est défini par un ensemble de solutions

possibles S , dont la qualité peut être décrite par une fonction objectif f . On cherche
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alors à trouver la solution s∗ possédant la meilleure qualité f(s∗) (par la suite, on peut

chercher à minimiser ou à maximiser f(s) ). Un problème d’optimisation peut présenter

des contraintes d’égalité (ou d’inégalité) sur s , être dynamique si f(s) change avec le

temps ou encore multi-objectif si plusieurs fonctions objectifs doivent être optimisées.

Il existe des méthodes déterministes (dites “exactes”) permettant de résoudre certains

problèmes en un temps fini. Ces méthodes nécessitent généralement un certain nombre de

caractéristiques de la fonction objectif, comme la stricte convexité, la continuité ou encore

la dérivabilité. On peut citer comme exemple de méthode la programmation linéaire,

quadratique ou dynamique, la méthode du gradient, la méthode de Newton, etc.

1.2.1.2 “Optimisation difficile”

Certains problèmes d’optimisation demeurent cependant hors de portée des méthodes

exactes. Un certain nombre de caractéristiques peuvent en effet être problématiques,

comme l’absence de convexité stricte (multimodalité), l’existence de discontinuités, une

fonction non dérivable, présence de bruit, etc.

Dans de tels cas, le problème d’optimisation est dit “difficile” , car aucune méthode

exacte n’est capable de le résoudre exactement en un temps “raisonnable”, on devra alors

faire appel à des heuristiques permettant une optimisation approchée.

L’optimisation difficile peut se découper en deux types de problèmes : les problèmes

discrets et les problèmes continus. Le premier cas rassemble les problèmes de type NP-

complets, tels que le problème du voyageur de commerce. Un problème “NP” est dit

complet s’il est possible de le décrire à l’aide d’un algorithme polynomial sous la forme

d’un sous-ensemble d’instances. Concrètement, il est “facile” de décrire une solution à

un tel problème, mais le nombre de solutions nécessaires à la résolution crôıt de manière

exponentielle avec la taille de l’instance. Jusqu’à présent, la conjecture postulant que les

problèmes NP-complets ne sont pas solubles en un temps polynomial n’a été ni démontrée,

ni révoquée. Aucun algorithme polynomial de résolution n’a cependant été trouvé pour

de tels problèmes. L’utilisation d’algorithmes d’optimisation permettant de trouver une

solution approchée en un temps raisonnable est donc courante.

Dans la seconde catégorie, les variables du problème d’optimisation sont continues.

C’est le cas par exemple des problèmes d’identifications, où l’on cherche à minimiser

l’erreur entre le modèle d’un système et des observations expérimentales. Ce type de

problème est moins formalisé que le précédent, mais un certains nombre de difficultés

sont bien connues, comme l’existence de nombreuses variables présentant des corrélations

non identifiées, la présence de bruit ou plus généralement une fonction objectif accessible

par simulation uniquement. En pratique, certains problèmes sont mixtes et présente à la

fois des variables discrètes et des variables continues.
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1.2 Métaheuristiques pour l’“optimisation difficile”

1.2.2 Algorithmes d’optimisation approchée

1.2.2.1 Heuristiques

Une heuristique d’optimisation est une méthode approchée se voulant simple, rapide

et adaptée à un problème donné. Sa capacité à optimiser un problème avec un mini-

mum d’informations est contrebalancée par le fait qu’elle n’offre aucune garantie quant à

l’optimalité de la meilleure solution trouvée.

Du point de vue de la recherche opérationnelle, ce défaut n’est pas toujours un

problème, tout spécialement quand seule une approximation de la solution optimale est

recherchée.

1.2.2.2 Métaheuristiques

Parmi les heuristiques, certaines sont adaptables à un grand nombre de problèmes

différents sans changements majeurs dans l’algorithme, on parle alors de méta-heuristiques.

La plupart des heuristiques et des métaheuristiques utilisent des processus aléatoires

comme moyens de récolter de l’information et de faire face à des problèmes comme

l’explosion combinatoire. En plus de cette base stochastique, les métaheuristiques sont

généralement itératives, c’est-à-dire qu’un même schéma de recherche est appliqué plu-

sieurs fois au cours de l’optimisation, et directes, c’est-à-dire qu’elles n’utilisent pas l’in-

formation du gradient de la fonction objectif. Elles tirent en particulier leur intérêt de

leur capacité à éviter les optima locaux, soit en acceptant une dégradation de la fonction

objectif au cours de leur progression, soit en utilisant une population de points comme

méthode de recherche (se démarquant ainsi des heuristiques de descente locale).

Souvent inspirées d’analogies avec la réalité (physique, biologie, éthologie, . . . ), elles

sont généralement conçues au départ pour des problèmes discrets, mais peuvent faire

l’objet d’adaptations pour des problèmes continus.

Les métaheuristiques, du fait de leur capacité à être utilisées sur un grand nombre

de problèmes différents, se prêtent facilement à des extensions. Pour illustrer cette ca-

ractéristique, citons notamment :

— l’optimisation multiobjectif (dites aussi multicritère) [Collette and Siarry, 2002],

où il faut optimiser plusieurs objectifs contradictoires. La recherche vise alors non

pas à trouver un optimum global, mais un ensemble d’optima “au sens de Pareto”

formant la “surface de compromis” du problème.

— l’optimisation multimodale, où l’on cherche un ensemble des meilleurs optima glo-

baux et/ou locaux.
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— l’optimisation de problèmes bruités, où il existe une incertitude sur le calcul de la

fonction objectif. Incertitude dont il faut alors tenir comtpes dans la recherche de

l’optimum.

— l’optimisation dynamique, où la fonction objectif varie dans le temps. Il faut alors

approcher au mieux l’optimum à chaque pas de temps.

— la parallélisation, où l’on cherche à accélérer la vitesse de l’optimisation en répar-

tissant la charge de calcul sur des unités fonctionnant de concert. Le problème

revient alors à adapter les métaheuristiques pour qu’elle soient distribuées.

— l’hybridation, qui vise à tirer parti des avantages respectifs de métaheuristiques

différentes en les combinants [Talbi, 2002].

Enfin, la grande vitalité de ce domaine de recherche ne doit pas faire oublier qu’un des

intérêts majeurs des métaheuristiques est leur facilité d’utilisation dans des problèmes

concrets. L’utilisateur est généralement demandeur de méthodes efficaces permettant

d’atteindre un optimum avec une précision acceptable dans un temps raisonnable. Un

des enjeux de la conception des métaheuristiques est donc de faciliter le choix d’une

méthode et de simplifier son réglage pour l’adapter à un problème donné.

Du fait du foisonnement de la recherche, un grand nombre de classes de métaheuristi-

ques existent, certaines seront présentées plus en détail dans le chapitre 2, comme le recuit

simulé, les algorithmes évolutionnaires ou la recherche avec tabous. Le présent chapitre

faisant plus particulièrement l’objet des métaheuristiques dites “de colonies de fourmis”.

1.3 Algorithmes de colonies de fourmis en optimisa-

tion

Le premier algorithme de ce type (le ”Ant System”1) a été conçu pour le problème du

voyageur de commerce, mais n’a pas permis de produire des résultats compétitifs. Cepen-

dant, l’intérêt pour la métaphore était lancé et de nombreux algorithmes s’en inspirant

ont depuis été proposés — dans divers domaines —, certains atteignant des résultats très

convaincants.

1.3.1 Optimisation naturelle : pistes de phéromone

Les algorithmes de colonies de fourmis sont nés à la suite d’une constatation : les

insectes sociaux en général, et les fourmis en particulier, résolvent naturellement des

problèmes relativement complexes. Les biologistes ont étudié comment les fourmis ar-

1traduisible simplement par “Système de Fourmis”
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1.3 Algorithmes de colonies de fourmis en optimisation

Fig. 1.1 – Des fourmis suivant une piste de phéromone (photographie de E. D. Taillard, tirée de
[Dréo et al., 2003]).

rivent à résoudre collectivement des problèmes trop complexes pour un seul individu,

notamment les problèmes de choix lors de l’exploitation de sources de nourriture.

Les fourmis ont la particularité d’employer pour communiquer des substances volatiles

appelées phéromones. Elles sont attirées par ces substances, qu’elles perçoivent grâce à

des récepteurs situés dans leurs antennes. Ces substances sont nombreuses et varient selon

les espèces. Les fourmis peuvent déposer des phéromones au sol, grâce à une glande située

dans leur abdomen, et former ainsi des pistes odorantes, qui pourront être suivies par

leurs congénères (figure 1.1).

Les fourmis utilisent les pistes de phéromone pour marquer leur trajet, par exemple

entre le nid et une source de nourriture. Une colonie est ainsi capable de choisir (sous

certaines conditions) le plus court chemin vers une source à exploiter [Goss et al., 1989,

Beckers et al., 1992], sans que les individus aient une vision globale du trajet.

En effet, comme l’illustre la figure 1.2, les fourmis le plus rapidement arrivées au nid,

après avoir visité la source de nourriture, sont celles qui empruntent les deux branches

les plus courtes. Ainsi, la quantité de phéromone présente sur le plus court trajet est

légèrement plus importante que celle présente sur le chemin le plus long. Or, une piste

présentant une plus grande concentration en phéromone est plus attirante pour les fourmis,

elle a une probabilité plus grande d’être empruntée. La piste courte va alors être plus

renforcée que la longue, et, à terme, sera choisie par la grande majorité des fourmis.

On constate qu’ici le choix s’opère par un mécanisme d’amplification d’une fluctuation

initiale. Cependant, il est possible qu’en cas d’une plus grande quantité de phéromone

déposée sur les grandes branches, au début de l’expérience, la colonie choisisse le plus

long parcours.

D’autres expériences [Beckers et al., 1992], avec une autre espèce de fourmis, ont mon-

tré que si les fourmis sont capables d’effectuer des demi-tours sur la base d’un trop grand
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Nourriture

Nid

(a)

Nourriture

Nid

(b)

Fig. 1.2 – Expérience de sélection des branches les plus courtes par une colonie de fourmis : (a) au
début de l’expérience, (b) à la fin de l’expérience.

écart par rapport à la direction de la source de nourriture, alors la colonie est plus flexible

et le risque d’être piégé sur le chemin long est plus faible.

Il est difficile de connâıtre avec précision les propriétés physico-chimiques des pistes de

phéromone, qui varient en fonction des espèces et d’un grand nombre de paramètres. Ce-

pendant, les métaheuristiques d’optimisation de colonies de fourmis s’appuient en grande

partie sur le phénomène d’évaporation des pistes de phéromone. Or, on constate dans la

nature que les pistes s’évaporent plus lentement que ne le prévoient les modèles. Les four-

mis réelles disposent en effet “d’heuristiques” leur apportant un peu plus d’informations

sur le problème (par exemple une information sur la direction). Il faut garder à l’esprit

que l’intérêt immédiat de la colonie (trouver le plus court chemin vers une source de nour-

riture) peut être en concurrence avec l’intérêt adaptatif de tels comportements. Si l’on

prend en compte l’ensemble des contraintes que subit une colonie de fourmis (prédation,

compétition avec d’autres colonies, etc.), un choix rapide et stable peut être meilleur,

et un changement de site exploité peut entrâıner des coûts trop forts pour permettre la

sélection naturelle d’une telle option.
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1.3.2 Optimisation par colonies de fourmis et problème du voya-

geur de commerce

Le problème du voyageur de commerce (“Travelling Salesman Problem”, TSP) a fait

l’objet de la première implémentation d’un algorithme de colonies de fourmis : le “Ant

System” (AS ) [Colorni et al., 1992]. Le passage de la métaphore à l’algorithme est ici

relativement facile et le problème du voyageur de commerce est bien connu et étudié. Il

est intéressant d’approfondir le principe de ce premier algorithme pour bien comprendre

le mode de fonctionnement des algorithmes de colonies de fourmis. Il y a deux façons

d’aborder ces algorithmes. La première, la plus évidente au premier abord, est celle qui

a historiquement mené au “Ant System” original ; nous avons choisi de la décrire dans

cette section. La seconde est une description plus formelle des mécanismes communs aux

algorithmes de colonies de fourmis, elle sera décrite dans la section 1.3.4.

Le problème du voyageur de commerce consiste à trouver le trajet le plus court (désigné

par “tournée” ou plus loin par “tour”) reliant n villes données, chaque ville ne devant être

visitée qu’une seule fois. Le problème est plus généralement défini comme un graphe

complètement connecté (N, A), où les villes sont les noeuds N et les trajets entre ces

villes, les arêtes A.

1.3.2.1 Algorithme de base

Dans l’algorithme AS, à chaque itération t (1 ≤ t ≤ tmax), chaque fourmi k (k =

1, . . . , m) parcourt le graphe et construit un trajet complet de n = |N | étapes (on note

|N | le cardinal de l’ensemble N). Pour chaque fourmi, le trajet entre une ville i et une

ville j dépend de :

1. la liste des villes déjà visitées, qui définit les mouvements possibles à chaque pas,

quand la fourmi k est sur la ville i : Jk
i ;

2. l’inverse de la distance entre les villes : ηij = 1
dij

, appelée visibilité. Cette information

“statique” est utilisée pour diriger le choix des fourmis vers des villes proches, et

éviter les villes trop lointaines ;

3. la quantité de phéromone déposée sur l’arête reliant les deux villes, appelée l’intensité

de la piste. Ce paramètre définit l’attractivité d’une partie du trajet global et change

à chaque passage d’une fourmi. C’est, en quelque sorte, une mémoire globale du

système, qui évolue par apprentissage.

La règle de déplacement (appelée “règle aléatoire de transition proportionnelle” par les

auteurs [Bonabeau et al., 1999]) est la suivante :
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1.3 Algorithmes de colonies de fourmis en optimisation

pk
ij (t) =











(τij(t))
α·(ηij)

β

P

l∈Jk
i

(τil(t))
α·(ηij)

β si j ∈ Jk
i

0 si j /∈ Jk
i

(1.1)

où α et β sont deux paramètres contrôlant l’importance relative de l’intensité de la piste,

τij(t), et de la visibilité, ηij. Avec α = 0, seule la visibilité de la ville est prise en compte ;

la ville la plus proche est donc choisie à chaque pas. Au contraire, avec β = 0, seules

les pistes de phéromone jouent. Pour éviter une sélection trop rapide d’un trajet, un

compromis entre ces deux paramètres, jouant sur les comportements de diversification et

d’intensification (voir section 1.3.4.3 de ce chapitre), est nécessaire.

Après un tour complet, chaque fourmi laisse une certaine quantité de phéromone

∆τk
ij (t) sur l’ensemble de son parcours, quantité qui dépend de la qualité de la solution

trouvée :

∆τk
ij(t) =

{

Q

Lk(t)
si (i, j) ∈ T k(t)

0 si (i, j) /∈ T k(t)
(1.2)

où T k(t) est le trajet effectué par la fourmi k à l’itération t, Lk(t) la longueur de la tournée

et Q un paramètre fixé.

L’algorithme ne serait pas complet sans le processus d’évaporation des pistes de

phéromone. En effet, pour éviter d’être piégé dans des solutions sous-optimales, il est

nécessaire de permettre au système “d’oublier” les mauvaises solutions. On contrebalance

donc l’additivité des pistes par une décroissance constante des valeurs des arêtes à chaque

itération. La règle de mise à jour des pistes est donc :

τij(t + 1) = (1− ρ) · τij(t) + Pm
k=1

∆τk
ij(t) (1.3)

où m est le nombre de fourmis et ρ le taux d’évaporation. La quantité initiale de phéromone

sur les arêtes est une distribution uniforme d’une petite quantité τ0 ≥ 0.

La figure 1.3 présente un exemple simplifié de problème du voyageur de commerce

optimisé par un algorithme AS dont le pseudo-code est présenté sur l’algorithme 1.1.

1.3.2.2 Variantes

Ant System & élitisme Une première variante du “Système de Fourmis” a été pro-

posée dans [Dorigo et al., 1996] : elle est caractérisée par l’introduction de fourmis “élitistes”.

Dans cette version, la meilleure fourmi (celle qui a effectué le trajet le plus court) dépose

une quantité de phéromone plus grande, dans l’optique d’accrôıtre la probabilité des autres

fourmis d’explorer la solution la plus prometteuse.
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Algorithme 1.1 Algorithme de colonies de fourmis de base : le “Ant System”.
Pour t = 1, . . . , tmax

Pour chaque fourmi k = 1, . . . , m

Choisir une ville au hasard

Pour chaque ville non visitée i

Choisir une ville j, dans la liste Jk
i des villes restantes, selon la formule 1.1

Fin Pour

Déposer une piste ∆τk
ij (t) sur le trajet T k(t) conformément à l’équation 1.2

Fin Pour

Évaporer les pistes selon la formule 1.3

Fin Pour

(a) (b) (c) (d)

Fig. 1.3 – Le problème du voyageur de commerce optimisé par l’algorithme AS, les points
représentent les villes et l’épaisseur des arêtes la quantité de phéromone déposée. (a) exemple de
trajet construit par une fourmi, (b) au début du calcul, tous les chemins sont explorés, (c) le chemin
le plus court est plus renforcé que les autres, (d) l’évaporation permet d’éliminer les moins bonnes
solutions.

Ant-Q Dans cette variante de AS, la règle de mise à jour locale est inspirée du “Q-

learning2” [Gambardella and Dorigo, 1995]. Cependant, aucune amélioration par rapport

à l’algorithme AS n’a pu être démontrée. Cet algorithme n’est d’ailleurs, de l’aveu même

des auteurs, qu’une pré-version du “Ant Colony System”.

Ant Colony System L’algorithme “Ant Colony System” (ACS ) a été introduit pour

améliorer les performances du premier algorithme sur des problèmes de grandes tailles

[Dorigo and Gambardella, 1997b, Dorigo and Gambardella, 1997a]. ACS est fondé sur

des modifications du AS :

2un algorithme d’apprentissage par renforcement
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1. ACS introduit une règle de transition dépendant d’un paramètre q0

(0 ≤ q0 ≤ 1), qui définit une balance diversification/intensification. Une fourmi

k sur une ville i choisira une ville j par la règle :

j =







argmax
u∈Jk

i

[

(τiu(t)) · (ηiJ )β
]

si q ≤ q0

J si q > q0

où q est une variable aléatoire uniformément distribuée sur [0, 1] et J ∈ Jk
i une ville

sélectionnée aléatoirement selon la probabilité :

pk
iJ (t) =

(τiJ (t)) · (ηiJ)β

∑

l∈Jk
i

(τil (t)) · (ηil)
β

(1.4)

En fonction du paramètre q0, il y a donc deux comportements possibles : si q > q0

le choix se fait de la même façon que pour l’algorithme AS, et le système tend

à effectuer une diversification ; si q ≤ q0, le système tend au contraire vers une

intensification. En effet, pour q ≤ q0, l’algorithme exploite davantage l’information

récoltée par le système, il ne peut pas choisir un trajet non exploré.

2. La gestion des pistes est séparée en deux niveaux : une mise à jour locale et une

mise à jour globale. Chaque fourmi dépose une piste lors de la mise à jour locale :

τij(t + 1) = (1− ρ) · τij(t) + ρ · τ0

où τ0 est la valeur initiale de la piste. À chaque passage, les arêtes visitées voient

leur quantité de phéromone diminuer, ce qui favorise la diversification par la prise en

compte des trajets non explorés. À chaque itération, la mise à jour globale s’effectue

comme ceci :

τij(t + 1) = (1− ρ) · τij(t) + ρ ·∆τij(t)

où les arêtes (i, j) appartiennent au meilleur tour T +de longueur L+ et où ∆τij(t) =
1

L+ . Ici, seule la meilleure piste est donc mise à jour, ce qui participe à une intensi-

fication par sélection de la meilleure solution.

3. Le système utilise une liste de candidats. Cette liste stocke pour chaque ville les v

plus proches voisines, classées par distances croissantes. Une fourmi ne prendra en

compte une arête vers une ville en dehors de la liste que si celle-ci a déjà été explorée.

Concrètement, si toutes les arêtes ont déjà été visitées dans la liste de candidats,

le choix se fera en fonction de la règle 1.4, sinon c’est la plus proche des villes non

visitées qui sera choisie.
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ACS & 3-opt Cette variante est une hybridation entre le ACS et une recherche locale

de type 3-opt [Dorigo and Gambardella, 1997b]. Ici, la recherche locale est lancée pour

améliorer les solutions trouvées par les fourmis (et donc les ramener à l’optimum local le

plus proche).

Max-Min Ant System Cette variante (notée MMAS ) est fondée sur l’algorithme AS

et présente quelques différences notables [Stützle and Hoos, 1997, Stützle and Hoos, 2000] :

1. Seule la meilleure fourmi met à jour une piste de phéromone.

2. Les valeurs des pistes sont bornées par τmin et τmax.

3. Les pistes sont initialisées à la valeur maximum τmax.

4. La mise à jour des pistes se fait de façon proportionnelle, les pistes les plus fortes

étant moins renforcées que les plus faibles.

5. Une ré-initialisation des pistes peut être effectuée.

Les meilleurs résultats sont obtenus en mettant à jour la meilleure solution avec une

fréquence de plus en plus forte au cours de l’exécution de l’algorithme.

1.3.2.3 Choix des paramètres

Pour l’algorithme AS, les auteurs préconisent que, bien que la valeur de Q ait peu

d’influence sur le résultat final, cette valeur soit du même ordre de grandeur qu’une

estimation de la longueur du meilleur trajet trouvé. D’autre part, la ville de départ de

chaque fourmi est typiquement choisie par un tirage aléatoire uniforme, aucune influence

significative du placement de départ n’ayant pu être démontrée.

En ce qui concerne l’algorithme ACS, les auteurs conseillent d’utiliser τ0 = (n·Lnn)−1,

où n est le nombre de villes et Lnn la longueur d’un tour trouvé par la méthode du plus

proche voisin.

Le nombre de fourmis m est un paramètre important ; les auteurs suggèrent d’utiliser

autant de fourmis que de villes (i.e. m = n) pour de bonnes performances sur le problème

du voyageur de commerce. Il est possible de n’utiliser qu’une seule fourmi, mais l’effet

d’amplification des longueurs différentes est alors perdu, de même que le parallélisme

naturel de l’algorithme, ce qui peut s’avérer néfaste pour certains problèmes. En règle

générale, les algorithmes de colonies de fourmis semblent assez peu sensibles à un réglage

fin du nombre de fourmis.

1.3.3 Autres problèmes combinatoires

Les algorithmes de colonies de fourmis sont très étudiés depuis quelques années et il

serait trop long de faire ici une liste exhaustive de toutes les applications et variantes
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qui ont été produites, même en se restreignant au domaine de l’optimisation. Dans

les deux principaux champs d’application (problèmes NP -difficiles et problèmes dyna-

miques), certains algorithmes ont cependant donné de très bons résultats. On peut notam-

ment retenir des performances particulièrement intéressantes dans le cas de l’affectation

quadratique [Stützle and Hoos, 2000], de problèmes de planification [Merkle et al., 2000],

de l’ordonnancement séquentiel [Gambardella and Dorigo, 2000], du routage de véhicule

[Gambardella et al., 1999], ou du routage sur réseau [Di Caro and Dorigo, 1998b] (voir

aussi pour cette application la section 1.3.5.2 de ce chapitre). Il existe une littérature

importante sur toutes sortes de problèmes : voyageur de commerce, coloriage de graphes,

affectation de fréquence, affectation généralisée, sac à dos multi-dimensionnel, satisfaction

de contraintes, etc.

1.3.4 Formalisation et propriétés d’un algorithme de colonie de

fourmis

Une description élégante a été proposée [Dorigo and Stützle, 2003], qui s’applique aux

problèmes (combinatoires) où une construction partielle de la solution est possible. Ce

cas, bien que restrictif, permet de dégager les apports originaux de ces métaheuristiques

(dénommées ACO, pour “Ant Colony Optimization”, par les auteurs). Nous en avons

traduit ci-dessous un extrait :

Une métaheuristique de colonie de fourmis est un processus stochastique

construisant une solution, en ajoutant des composants aux solutions partielles.

Ce processus prend en compte (i) une heuristique sur l’instance du problème

(ii) des pistes de phéromone changeant dynamiquement pour refléter l’expérience

acquise par les agents.

Une formalisation plus précise existe [Dorigo and Stützle, 2003]. Elle passe par une repré-

sentation du problème, un comportement de base des fourmis et une organisation générale

de la métaheuristique. Plusieurs concepts sont également à mettre en valeur pour com-

prendre les principes de ces algorithmes, notamment la définition des pistes de phéromone

en tant que mémoire adaptative, la nécessité d’un réglage intensification/diversification

et enfin l’utilisation d’une recherche locale. Nous traitons ci-après ces différents sujets.

1.3.4.1 Formalisation

Représentation du problème Le problème est représenté par un jeu de solutions, une

fonction objectif assignant une valeur à chaque solution et un jeu de contraintes. L’objectif

est de trouver l’optimum global de la fonction objectif satisfaisant les contraintes. Les

différents états du problème sont caractérisés comme une séquence de composants. On
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(a) (b)

Fig. 1.4 – Dans un algorithme de colonie de fourmis, les pistes de phéromone peuvent être associées
aux composants (a) ou aux connexions (b) du graphe représentant le problème à résoudre.

peut noter que, dans certains cas, un coût peut être associé à des états autres que des

solutions.

Dans cette représentation, les fourmis construisent des solutions en se déplaçant sur un

graphe G = (C, L), où les noeuds sont les composants de C et où l’ensemble L connecte

les composants de C. Les contraintes du problème sont implémentées directement dans

les règles de déplacement des fourmis (soit en empêchant les mouvements qui violent les

contraintes, soit en pénalisant de telles solutions).

Comportement des fourmis Les fourmis artificielles peuvent être caractérisées comme

une procédure de construction stochastique construisant des solutions sur le graphe G =

(C, L). En général, les fourmis tentent d’élaborer des solutions faisables mais, si nécessaire,

elles peuvent produire des solutions infaisables. Les composants et les connexions peuvent

être associés à des pistes de phéromone τ (mettant en place une mémoire adaptative

décrivant l’état du système) et à une valeur heuristique η (représentant une information

a priori sur le problème, ou venant d’une source autre que celle des fourmis ; c’est bien

souvent le coût de l’état en cours). Les pistes de phéromone et la valeur de l’heuristique

peuvent être associées soit aux composants, soit aux connexions (figure 1.4).

Chaque fourmi dispose d’une mémoire utilisée pour stocker le trajet effectué, d’un état

initial et de conditions d’arrêt. Les fourmis se déplacent d’après une règle de décision pro-

babiliste fonction des pistes de phéromone locales, de l’état de la fourmi et des contraintes

du problème. Lors de l’ajout d’un composant à la solution en cours, les fourmis peuvent

mettre à jour la piste associée au composant ou à la connexion correspondante. Une fois

la solution construite, elles peuvent mettre à jour la piste de phéromone des composants

ou des connexions utilisées. Enfin, une fourmi dispose au minimum de la capacité de

construire une solution du problème.
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Organisation de la métaheuristique En plus des règles régissant le comportement

des fourmis, un autre processus majeur a cours : l’évaporation des pistes de phéromone.

En effet, à chaque itération, la valeur des pistes de phéromone est diminuée. Le but de

cette diminution est d’éviter une convergence trop rapide et le piégeage de l’algorithme

dans des minimums locaux, par une forme d’oubli favorisant l’exploration de nouvelles

régions.

Selon les auteurs du formalisme ACO, il est possible d’implémenter d’autres processus

nécessitant un contrôle centralisé (et donc ne pouvant être directement pris en charge

par des fourmis), sous la forme de processus annexes. Ce n’est, à notre sens, que peu

souhaitable ; en effet, on perd alors la caractéristique décentralisée du système. De plus,

l’implémentation de processus annexes entre difficilement dans une formalisation rigou-

reuse.

1.3.4.2 Phéromones et mémoire

L’utilisation de la stigmergie est cruciale pour les algorithmes de colonies de fourmis.

Le choix de la méthode d’implémentation des pistes de phéromone est donc important

pour obtenir les meilleurs résultats. Ce choix est en grande partie lié aux possibilités

de représentation de l’espace de recherche, chaque représentation pouvant apporter une

façon différente d’implémenter les pistes. Par exemple, pour le problème du voyageur de

commerce, une implémentation efficace consiste à utiliser une piste τij entre deux villes i

et j comme une représentation de l’intérêt de visiter la ville j après la ville i. Une autre

représentation possible, moins efficace en pratique, consiste à considérer τij comme une

représentation de l’intérêt de visiter i en tant que jème ville.

En effet, les pistes de phéromone décrivent à chaque pas l’état de la recherche de la

solution par le système, les agents modifient la façon dont le problème va être représenté et

perçu par les autres agents. Cette information est partagée par le biais des modifications de

l’environnement des fourmis, grâce à une forme de communication indirecte : la stigmergie.

L’information est donc stockée un certain temps dans le système, ce qui a amené certains

auteurs à considérer ce processus comme une forme de mémoire adaptative [Taillard, 1998,

Taillard et al., 1998], où la dynamique de stockage et de partage de l’information va être

cruciale pour le système.

1.3.4.3 Intensification/diversification

Le problème de l’emploi relatif de processus de diversification et d’intensification est

un problème extrêmement courant dans la conception et l’utilisation de métaheuristiques.

Par intensification, on entend l’exploitation de l’information accumulée par le système à

un moment donné. La diversification est au contraire l’exploration de régions de l’espace
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de recherche imparfaitement prises en compte. Bien souvent, il va s’agir de choisir où

et quand “injecter de l’aléatoire” dans le système (diversification) et/ou améliorer une

solution (intensification).

Dans les algorithmes de type ACO, comme dans la plupart des cas, il existe plusieurs

façons de gérer l’emploi de ces deux facettes des métaheuristiques d’optimisation. La plus

évidente passe par le réglage via les deux paramètres α et β, qui déterminent l’influence

relative des pistes de phéromone et de l’information heuristique. Plus la valeur de α sera

élevée, plus l’intensification sera importante, car plus les pistes auront une influence sur

le choix des fourmis. À l’inverse, plus α sera faible, plus la diversification sera forte, car

les fourmis éviteront les pistes. Le paramètre β agit de façon similaire. On doit donc gérer

conjointement les deux paramètres, pour régler ces aspects.

On peut également introduire des modifications de la gestion des pistes de phéromone.

Par exemple, l’emploi de stratégies élitistes (les meilleures solutions contribuent plus aux

pistes, voir section 1.3.2.2 : l’algorithme AS avec élitisme) favorise l’intensification, alors

qu’une ré-initialisation de l’ensemble des pistes favorisera l’exploration (section 1.3.2.2,

algorithme MMAS ).

Ce choix diversification/intensification peut s’effectuer de manière statique avant le

lancement de l’algorithme, en utilisant une connaissance a priori du problème, ou de

manière dynamique, en laissant le système décider du meilleur réglage. Deux approches

sont possibles : un réglage par les paramètres ou l’introduction de nouveaux processus.

Dans ces algorithmes fondés en grande partie sur l’utilisation de l’auto-organisation, ces

deux approches peuvent être équivalentes, un changement de paramètre pouvant induire

un comportement complètement différent du système, au niveau global.

1.3.4.4 Recherche locale et heuristiques

Les métaheuristiques de colonies de fourmis sont souvent plus efficaces quand elles

sont hybridées avec des algorithmes de recherche locale. Ceux-ci optimisent les solutions

trouvées par les fourmis, avant que celles-ci ne soient utilisées pour la mise à jour des

pistes de phéromone. Du point de vue de la recherche locale, utiliser des algorithmes de

colonies de fourmis pour engendrer une solution initiale est un avantage indéniable. Ce

qui différencie une métaheuristique de type ACO intéressante d’un algorithme réellement

efficace est bien souvent l’hybridation avec une recherche locale.

Une autre possibilité pour améliorer les performances est d’injecter une information

heuristique plus pertinente. Cet ajout a généralement un coût élevé en terme de calculs

supplémentaires.

Il faut noter que ces deux approches sont similaires de par l’emploi qu’elles font des

informations de coût pour améliorer une solution. La recherche locale le fait de façon plus
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directe que l’heuristique, cependant que cette dernière est peut-être plus naturelle pour

utiliser des informations a priori sur le problème.

1.3.4.5 Parallélisme

La structure même des métaheuristiques de colonies de fourmis comporte un pa-

rallélisme intrinsèque. D’une manière générale, les solutions de bonne qualité émergent

du résultat des interactions indirectes ayant cours dans le système, pas d’un codage ex-

plicite d’échanges. En effet, chaque fourmi ne prend en compte que des informations

locales de son environnement (les pistes de phéromone) ; il est donc facile de paralléliser

un tel algorithme. Il est intéressant de noter que les différents processus en cours dans la

métaheuristique (i.e. le comportement des fourmis, l’évaporation et les processus annexes)

peuvent également être implémentés de manière indépendante, l’utilisateur étant libre de

décider de la manière dont ils vont interagir.

1.3.4.6 Convergence

Les métaheuristiques peuvent être vues comme des modifications d’un algorithme de

base : une recherche aléatoire. Cet algorithme possède l’intéressante propriété de garantir

que la solution optimale sera trouvée tôt ou tard, on parle alors de convergence. Ce-

pendant, puisque cet algorithme de base est biaisé, la garantie de convergence n’existe

plus.

Si, dans certains cas, on peut facilement être certain de la convergence d’un algorithme

de colonies de fourmis (MMAS par exemple, voir section 1.3.2.2), le problème reste entier

en ce qui concerne la convergence d’un algorithme ACO quelconque. Cependant, il existe

une variante dont la convergence a été prouvée [Gutjahr, 2000, Gutjahr, 2002] : le “Graph-

Based Ant System” (GBAS ). La différence entre GBAS et l’algorithme AS se situe au

niveau de la mise à jour des pistes de phéromone, qui n’est permise que si une meilleure

solution est trouvée. Pour certaines valeurs de paramètres, et étant donné ε > 0 une

“faible” valeur, l’algorithme trouvera la solution optimale avec une probabilité Pt ≥ 1− ε,

après un temps t ≥ t0 (où t0 est fonction de ε).

1.3.5 Extensions

Devant le succès rencontré par les algorithmes de colonies de fourmis, de nombreuses

pistes autres que celle de l’optimisation combinatoire commencent à être explorées : par

exemple, l’utilisation de ces algorithmes dans des problèmes continus et/ou dynamiques,

ou encore la mise en relation de ce type d’algorithmes dans un cadre d’intelligence en

essaim et avec d’autres métaheuristiques.
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1.3.5.1 Optimisation continue

Problèmes d’adaptation Les métaheuristiques sont bien souvent élaborées pour des

problèmes combinatoires, mais il existe une classe de problèmes souvent rencontrée en

ingénierie, où la fonction objectif est à variables continues et pour lesquels les métaheu-

ristiques peuvent être d’un grand secours (fonction non dérivable, multiples minimums

locaux, grand nombre de variables, non-convexité, etc.). Plusieurs tentatives pour adapter

les métaheuristiques de colonies de fourmis au domaine continu sont apparues.

Outre les problèmes classiques d’adaptation d’une métaheuristique, les algorithmes de

colonies de fourmis posent un certain nombre de problèmes spécifiques. Ainsi, le principal

problème vient si l’on se place dans le formalisme ACO avec une construction de la solu-

tion composant par composant. En effet, un problème continu peut — selon la perspective

choisie — présenter une infinité de composants, le problème de la construction est difficile-

ment soluble dans ce cas. La plupart des algorithmes s’inspirent donc des caractéristiques

d’auto-organisation et de mémoire externe des colonies de fourmis, laissant de côté la

construction itérative de la solution ; cependant, depuis peu, le caractère probabiliste du

formalisme ACO commence à être employé.

En dehors de nos propres travaux, qui seront exposés en détail dans les chapitres sui-

vants, nous avons recensé dans la littérature plusieurs algorithmes de colonies de fourmis

pour l’optimisation continue : CACO, un algorithme hybride non baptisé, API, ACO pour

l’optimisation continue et CACS.

L’algorithme CACO Le premier de ces algorithmes, tout naturellement nommé CACO

(“Continuous Ant Colony Algorithm”) [Bilchev and Parmee, 1995][Wodrich and Bilchev, 1997]

[Mathur et al., 2000], utilise deux approches : un algorithme de type évolutionnaire sé-

lectionne et croise des régions d’intérêt, que des fourmis explorent et évaluent. Une

fourmi sélectionne une région avec une probabilité proportionnelle à la concentration en

phéromone de cette région, de la même manière que — dans le “Ant System” —, une

fourmi sélectionnerait une piste allant d’une ville à une autre :

pi(t) =
τα
i (t) · ηβ

i (t)
∑N

j=1 τα
j (t) · ηβ

j (t)

où N est le nombre de régions et η
β
i (t) est utilisé pour inclure une heuristique spécifique

au problème. Les fourmis partent alors du centre de la région et se déplacent selon une di-

rection choisie aléatoirement, tant qu’une amélioration de la fonction objectif est trouvée.

Le pas de déplacement utilisé par la fourmi entre chaque évaluation est donné par :
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δr(t, R) = R ·
(

1− u(1− t
T )

c)

où R est le diamètre de la région explorée, u ∈ [0, 1] un nombre aléatoire, T le nombre

total d’itérations de l’algorithme et c un paramètre de refroidissement (permettant de

réduire le pas à chaque itération). Si la fourmi a trouvé une meilleure solution, la région est

déplacée de façon à ce que son centre cöıncide avec cette solution, et la fourmi augmente la

quantité de phéromone de la région proportionnellement à l’amélioration trouvée (appelée

ici “fitness”). L’évaporation des “pistes” se fait classiquement en fonction d’un coefficient

ρ.

Des modifications ont été apportées par Wodrich et al. [Wodrich and Bilchev, 1997]

pour améliorer les performances de l’algorithme original. Ainsi, en plus des fourmis “loca-

les” de CACO, des fourmis “globales” vont explorer l’espace de recherche (figure 1.5) pour

éventuellement remplacer les régions peu intéressantes par de nouvelles régions non ex-

plorées. Les régions sont également affectées d’un âge, qui augmente si aucune amélioration

n’est découverte. De plus, le paramètre t dans le pas de recherche des fourmis δr(t, R) est

défini par l’âge de la région explorée.

(a) (b)

Fig. 1.5 – L’algorithme CACO : les fourmis globales (a) participent au déplacement des régions
que les fourmis locales (b) évaluent.

Une refonte de l’algorithme [Mathur et al., 2000] a été opérée par d’autres auteurs en

vue de relier plus finement CACO avec le paradigme des colonies de fourmis et d’aban-

donner la liaison avec l’algorithme évolutionnaire. On parle ainsi par exemple de diffusion

pour définir la création de nouvelles régions.
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Une méthode hybride Une approche semblable — utilisant à la fois une approche

de colonies de fourmis et d’algorithme évolutionnaire — a été proposée par Ling et al.

[Ling et al., 2002], mais peu de résultats sont disponibles au moment où nous écrivons

cette thèse. L’idée principale de cette méthode est de considérer les écarts entre deux

individus sur chaque dimension comme autant de parties d’un chemin où les phéromones

sont déposées, l’évolution des individus étant prise en charge par des opérateurs de muta-

tion et de croisement. D’un certain point de vue, cette méthode tente donc de reproduire

le mécanisme de construction de la solution, composant par composant.

La méthode procède précisément selon l’algorithme 1.2. Chaque fourmi xi de la popu-

lation contenant m individus est considérée comme un vecteur à n dimensions. Chaque

élément xi,e de ce vecteur peut donc être considéré comme un candidat à l’élément x∗i,e de

la solution optimale. L’idée est d’utiliser le chemin entre les éléments xi,e et xj,e — noté

(i, j) — pour déposer une piste de phéromone dont la concentration est notée τij(t) au

pas de temps t.

Les auteurs ont proposé une version “adaptative”, où les probabilités de mutation

et de croisement sont variables. Malheureusement, cet algorithme n’a pas encore été

complètement testé.

L’algorithme API Dans tous les algorithmes évoqués jusqu’ici, le terme “colonies

de fourmis” s’entend de par l’utilisation de la stigmergie comme processus d’échange

d’information.

Il existe cependant un algorithme adapté au cas continu [Monmarché et al., 2000b]

qui s’inspire du comportement de fourmis primitives (ce qui ne veut pas dire inadaptées)

de l’espèce Pachycondyla apicalis, et qui ne fait pas usage de la communication indirecte

par pistes de phéromone : l’algorithme API.

Dans cette méthode, on commence par positionner un nid aléatoirement sur l’espace

de recherche, puis des fourmis sont distribuées aléatoirement dans l’espace. Ces fourmis

vont alors explorer localement leur “site de chasse” en évaluant plusieurs points dans un

périmètre donné (voir figure 1.6). Chaque fourmi mémorise le meilleur point trouvé. Si, lors

de l’exploration de son site de chasse, elle trouve un meilleur point, alors elle reviendra sur

ce site, sinon, après un certain nombre d’explorations, elle choisira un autre site. Une fois

les explorations des sites de chasse terminées, des fourmis tirées au hasard comparent deux

à deux (comme peuvent le faire les fourmis réelles durant le comportement de “tandem-

running3”) leurs meilleurs résultats, puis mémorisent le meilleur des deux sites de chasse.

Le nid est finalement réinitialisé sur le meilleur point trouvé après un temps donné, la

3qu’on pourrait traduire par “course en couple”
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Algorithme 1.2 Un algorithme de colonies de fourmis hybride pour le cas continu.

1. À chaque itération, sélectionner pour chaque fourmi une valeur initiale dans le
groupe de valeurs candidates avec la probabilité :

pk
ij(t) =

τij(t)
∑

τir(t)

2. Utiliser des opérateurs de mutation et de croisement sur les m valeurs, afin d’obtenir
m nouvelles valeurs ;

3. Ajouter ces nouvelles valeurs au groupe de valeurs candidates pour le composant
xi,e ;

4. Les utiliser pour former m solutions de la nouvelle génération ;

5. Calculer la “fitness” de ces solutions ;

6. Quand m fourmis ont parcouru toutes les arêtes, mettre à jour les pistes de
phéromone des valeurs candidates de chaque composant par :

τij(t + 1) = (1− ρ)τir(t) +
∑

τk
ij

7. Si la kème fourmi choisit la j ème valeur candidate du groupe de composants, alors
∆τk

ij(t + 1) = Wfk, sinon ∆τk
ij = 0, en désignant par W une constante et par fk la

“fitness” de la solution trouvée par la kème fourmi ;

8. Effacer les m valeurs ayant les plus basses intensités de phéromone dans chaque
groupe de candidats.
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mémoire des sites des fourmis est remise à zéro, et l’algorithme effectue une nouvelle

itération.

Fig. 1.6 – L’algorithme API : une méthode à démarrage multiple inspirée par une espèce de fourmi
primitive. Les fourmis (cercles pleins) explorent des sites de chasse (petits carrés) dans un périmètre
(grand cercle) autour du nid. Le nid est déplacé sur le meilleur point au moment de la ré-initialisation
(flèche en trait gras).

ACO pour l’optimisation continue Cet algorithme [Socha, 2004] tente de maintenir

la construction itérative des solutions dans le cas de variables continues, en adoptant un

point de vue différent des précédents. En effet, il prend le parti de considérer que les

composants de toutes les solutions sont formés par les différentes variables optimisées. De

plus, plutôt que de considérer l’algorithme du point de vue de la fourmi, il prend le parti

de se placer au niveau de la colonie, les fourmis n’étant plus que des points à évaluer.

Dans cette méthode, dénommée simplement “ACO pour l’optimisation continue”, on

tire aléatoirement une population de fourmis dans une distribution de probabilité à chaque

itération. De cet ensemble de points ne sont conservés que les meilleurs points, qui servent

alors à construire une “meilleure” distribution de probabilité.

La distribution de probabilité utilisée est un “amalgame pondéré de noyaux normaux”,

soit un ensemble de distributions normales combinées :

P (x) =
k
∑

j=1

wj ·
(

1

σ
√

2π
e
− (x−µ)2

2σ2

)

en désignant par k le nombre de noyaux utilisés, µ et σ2 la moyenne et la variance d’un

noyau et wi la pondération.

Chaque distribution n’est utilisée que sur une variable, sans dépendance avec les autres.

La modification des distributions est nommée “mise à jour de phéromone” et consiste à
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Algorithme 1.3 Algorithmes du type colonies de fourmis, utilisant l’estimation de dis-
tribution pour l’optimisation en variables continues.

Construire la distribution de probabilité initiale :τ0
i = P 0

i (xi) , i ∈ {1 . . . n}
Tant que (critère d’arrêt non atteint) :

Pour chaque fourmi, de a = 1 à m :

Pour chaque variable, de i = 1 à n :

Choisir aléatoirement une valeur xi selon la distribution Pi (xi)

Ajouter à la solution en construction :

Sa =
{

sa
1, . . . , s

a
i−1

}

∪ {xi}
Fin

Fin

Mémoriser les k meilleures solutions trouvées : S∗ =
{

s∗1, . . . , s
∗
k

}

Reconstruire la distribution de probabilité selon les meilleures solutions : τ =
P (S∗)

Fin

renforcer ou à diminuer l’influence des noyaux correspondant aux solutions. Le principe

de la méthode est présenté sur l’algorithme 1.3.

L’algorithme CACS Cette méthode appelée “Continuous Ant Colony System”

[Pourtakdoust and Nobahari, 2004] est très proche de la précédente, bien qu’ayant été

présentée simultanément. En effet, dans CACS comme dans ACO pour l’optimisation

continue, le coeur de l’algorithme consiste à faire évoluer une distribution de probabilité.

Le principe de la méthode est le même que celui présenté sur l’algorithme 1.3. Dans

CACS, la distribution utilisée est dite “normale”, mais la formule de la distribution diffère

légèrement de la formule classique (équation 1.5) et la variance utilisée est en fait un nouvel

indice de dispersion (voir équation 1.6).

P (x) = e
− (x−xmin)2

2σ2 (1.5)

en désignant par xmin le mode de la distribution et σ2 l’indice de dispersion suivant :

σ2 =

m
∑

j=1

1
fj−fmin

(

xj − xmin

)2

m
∑

j=1

1
fj−fmin

(1.6)
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en désignant par m le nombre de fourmis, fj la valeur de la fonction associée à la fourmi

j, et fmin la meilleure valeur trouvée.

Dans CACS, la seule distribution utilisée est centrée sur le mode de la distribution de

l’itération précédente, et non sur la moyenne.

En résumé dans le domaine continu On a pu voir que deux types d’algorithmes

sur cinq étaient en fait plus ou moins hybridés avec un algorithme de type évolutionnaire,

et qu’un troisième n’utilisait pas la métaphore “classique” des colonies de fourmis. Les

deux derniers algorithmes utilisent une approche différente des précédents, plus centrée

sur l’aspect probabiliste que comportemental des algorithmes à colonies de fourmis. D’une

manière générale, la recherche en est encore à ses débuts et les algorithmes produits n’ont

pas atteint leur pleine maturité, et ne sont donc pas encore vraiment compétitifs par

rapport à d’autres classes de métaheuristiques plus élaborées sur les problèmes continus.

La présentation de notre contribution dans le domaine fait l’objet des chapitres 3 et 4.

1.3.5.2 Problèmes dynamiques

Un problème est dit dynamique s’il varie dans le temps, i.e. si la solution optimale ne

possède pas les mêmes caractéristiques durant le temps de l’optimisation. Ces problèmes

soulèvent des difficultés spécifiques, du fait qu’il faut approcher au mieux la meilleure

solution à chaque pas de temps.

La première application des algorithmes de colonies de fourmis à des problèmes dy-

namiques concernait l’optimisation du routage sur des réseaux de type téléphonique

[Schoonderwoerd et al., 1996]. Cependant l’algorithme proposé n’ayant pas fait l’objet

d’études et de comparaisons approfondies, il est difficile d’en tirer des enseignements.

Une autre application a également été exposée par White et al. [White et al., 1998,

Bieszczad and White, 1999] sur des problèmes similaires. Une application a été décrite

pour des problèmes de routage sur des réseaux de type Internet (voir figure 1.7) : l’algo-

rithme AntNet [Di Caro and Dorigo, 1997]. Cette métaheuristique a fait l’objet de plu-

sieurs études (voir notamment [Di Caro and Dorigo, 1998b]) et semble avoir prouvé son

efficacité sur plusieurs problèmes tests.

Chacun de ces algorithmes utilise — pour mettre à jour des tables de routage proba-

bilistes — des fourmis pour explorer le réseau, de façon à ce que l’information pertinente

soit la fréquence de passage des fourmis sur chaque noeud. D’une manière générale, l’as-

pect distribué et flexible des algorithmes de colonies de fourmis semble très bien adapté

à des problèmes dynamiques. Notre contribution en la matière sera présentée en détail

dans le chapitre 3.
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Fig. 1.7 – Exemple de réseau utilisé pour tester l’algorithme AntNet : NFSNET (chaque arête
représente une liaison orientée).

1.4 Métaheuristiques et éthologie

Les métaheuristiques sont la plupart du temps issues de métaphores provenant de la

nature, et notamment de la biologie [Dréo and Siarry, 2003a]. Les algorithmes de colonies

de fourmis sont inspirés par le comportement d’insectes sociaux, mais ce ne sont pas les

seuls algorithmes à être issus de l’étude du comportement animal (éthologie). En effet, l’op-

timisation par essaim particulaire (“Particle Swarm Optimization” [Eberhart et al., 2001],

voir section 2.3.1) est issue d’une analogie avec les comportements collectifs de déplacements

d’animaux, tels qu’on peut les observer dans les bancs de poissons ou les vols d’oiseaux ;

il existe également des algorithmes inspirés des comportements des abeilles [Choo, 2000,

Panta, 2002]. On trouve encore des algorithmes s’inspirant de certains aspects du com-

portement des insectes sociaux, bien que ne faisant pas usage des caractéristiques clas-

siques des algorithmes de colonies de fourmis (voir par exemple [De Wolf et al., 2002,

Nouyan, 2002]).

Dans le chapitre suivant, nous verrons comment plusieurs concepts théoriques — no-

tamment d’inspiration biologique — peuvent également aider à la conception de nouvelles

métaheuristiques.
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Chapitre 2

Concepts théoriques exploités dans

notre travail

2.1 Auto-organisation

2.1.1 Introduction

La biologie est la source d’inspiration de nombreuses métaheuristiques. Ainsi, les

théories de l’évolution ont inspiré les algorithmes évolutionnaires [Goldberg, 1994], les

phénomènes de suivi de piste chez les fourmis ont conduit à l’élaboration des algorithmes

de colonies de fourmis [Bonabeau et al., 1999], l’étude de l’organisation de groupes d’ani-

maux a donné naissance aux méthodes d’optimisation par essaim particulaire

[Eberhart et al., 2001]. Il existe, en outre, d’autres algorithmes, moins connus que ceux

que nous venons de citer, qui découlent de la biologie : en particulier, des algorithmes

inspirés du fonctionnement du système immunitaire [De Castro and Von Zuben, 1999],

des algorithmes pour l’allocation dynamique de tâches [Cicirello and Smith, 2001], s’ap-

puyant sur des modèles d’organisation du travail chez les fourmis, des algorithmes de

classification suggérés par les essaims d’insectes [Aupetit et al., 2003].

Une contribution importante de la biologie dans ce domaine vient de la théorie de

l’auto-organisation [Camazine et al., 2000, p.8], qui permet d’analyser les propriétés de

plusieurs métaheuristiques issues des métaphores biologiques. Cette théorie (notamment

étudiée en dehors de la biologie [Nicolis and Prigogine, 1977]) décrit les conditions d’ap-

parition de phénomènes complexes à partir de systèmes distribués, dont les agents font

l’objet d’interactions simples, mais nombreuses. La théorie met en avant des concepts tels

que la communication, les rétroactions, l’amplification des fluctuations et l’émergence.

L’intelligence en essaim est ainsi née sur deux fronts : via une approche “systèmes auto-
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organisés” (ayant donné lieu aux algorithmes de colonies de fourmis) et via une approche

“systèmes socio-cognitifs” (ayant conduit à l’optimisation par essaim particulaire).

Nous proposons de mettre la théorie de l’auto-organisation en relation avec le concept

de programmation à mémoire adaptative [Taillard, 1998], qui tente de décrire les points

clefs des métaheuristiques modernes, en insistant notamment sur le rôle de la mémoire et

des mécanismes d’intensification et de diversification [Dréo and Siarry, 2003b]

[Dréo and Siarry, 2003c].

Plus généralement, nous pensons que la théorie de l’auto-organisation combinée à la

programmation à mémoire adaptative donne des clefs pour concevoir les composants de

base de métaheuristiques relevant de l’intelligence en essaim.

2.1.2 Auto-organisation

L’auto-organisation est un phénomène décrit dans plusieurs disciplines, notamment

en physique [Prigogine and Glandsdorf, 1971, Nicolis and Prigogine, 1977] et en biologie

. Étant donné que les métaheuristiques présentées dans ce chapitre sont inspirées de

phénomènes biologiques, nous avons choisi de considérer une définition dans ce cadre.

Une définition claire a été proposée [Camazine et al., 2000, p.8], que nous avons traduite

comme suit :

L’auto-organisation caractérise un processus au cours duquel une structure

émerge au niveau global uniquement d’un grand nombre d’interactions entre

les composants de niveau local du système. De plus, les règles spécifiant les

interactions entre composants du système sont suivies en utilisant uniquement

des informations locales, sans référence au modèle global.

Deux termes sont à préciser pour une bonne compréhension, “structure” et “émerger”. Le

mot structure est une traduction approximative du mot anglais “pattern”, qui déborde

la notion de modèle, et peut signifier aussi gestalt, configuration générale, forme, schéma,

type [Meinhardt, 1982]. D’une manière générale, il s’applique à un “arrangement organisé

d’objets dans l’espace ou le temps”. La figure 2.1 présente des exemples de structures

observables dans la nature. Une propriété émergente d’un système est quant à elle une

caractéristique qui apparâıt “à l’improviste” (sans avoir été explicitement déterminée), de

par les interactions entre les composants de ce système. Nous parlerons donc d’émergence

pour souligner le caractère non-déterminé d’une propriété, sans faire référence au fait que

cette propriété soit organisée en structures, ni qu’elle soit située à un niveau différent des

interactions.

La question cruciale est donc de comprendre comment les composants d’un système

interagissent entre eux pour produire une structure complexe (au sens relatif du terme,
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(a) (b)

(c) (d)

Fig. 2.1 – Exemples de structures observables dans des systèmes biologiques. (a) motifs de la robe
d’une girafe réticulée (U.S. Fish and Wildlife Service, Gary M. Stolz), (b) double spirale de Fibonacci
au coeur d’une pâquerette, (c) groupe d’oiseaux en vol, (d) poissons assemblés en banc.
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i.e. plus complexe que les composants eux-mêmes). Un certain nombre de phénomènes

nécessaires ont été identifiés : ce sont les processus de rétroaction et la gestion des flux

d’informations.

Les rétroactions positives sont des processus dont le résultat renforce l’action, par

exemple par amplification, facilitation, auto-catalyse, etc. Les rétroactions positives sont

capables d’amplifier les fluctuations du système, permettant la mise à jour d’informa-

tions peu apparentes. De tels processus peuvent facilement entrâıner une “explosion” du

système, s’ils ne sont pas maintenus sous contrôle par des rétroactions négatives, qui

jouent ainsi le rôle de stabilisateurs du système. Lorsqu’ils sont couplés, de tels processus

de rétroaction sont de puissants générateurs de modèles [Camazine et al., 2000].

Dans le cadre de la biologie du comportement, il est aisé de comprendre que les inter-

actions entre les composants d’un système vont très souvent mettre en jeu des processus

de communication, de transfert d’informations entre individus. D’une manière générale,

les individus peuvent communiquer, soit par le biais de signaux, c’est-à-dire en utilisant

un moyen spécifique pour porter une information, soit par le biais d”’indices”, où l’infor-

mation est portée accidentellement [Seeley, 1989]. De même, l’information peut provenir

directement d’autres individus, ou bien passer par le biais de l’état d’un travail en cours.

Cette deuxième possibilité d’échange des informations, par le biais de modifications de

l’environnement, se nomme la stigmergie [Grassé, 1959, Theraulaz and Bonabeau, 1995].

D’une manière générale, tous ces processus sont plus ou moins inter-connectés, per-

mettant à un système constitué d’un grand nombre d’individus agissant de concert de

résoudre des problèmes trop complexes pour un individu unique.

Certaines caractéristiques des systèmes auto-organisés sont particulièrement intéres-

santes, en particulier leur dynamisme, ou encore leur capacité à produire des modèles

stables. Dans le cadre de l’étude du comportement des insectes sociaux, certains concepts

liés au principe de l’auto-organisation méritent d’être soulignés : la décentralisation in-

trinsèque de ces systèmes, leur organisation en hétérarchie dense et l’utilisation récurrente

de la stigmergie. En effet, ces concepts sont parfois utilisés comme autant d’angles de

vue différents sur un même problème et recouvrent une partie des principes de l’auto-

organisation.

2.1.2.1 Stigmergie

La stigmergie est un des concepts à la base de la création des métaheuristiques de

colonies de fourmis. Elle est précisément définie comme une “forme de communication

passant par le biais de modifications de l’environnement”, mais on peut rencontrer le

terme “interactions sociales indirectes” pour décrire le même phénomène. Un exemple

d’utilisation de la stigmergie est décrit dans la section 1.3.1. La spécificité de la stigmergie
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est que les individus échangent des informations par le biais du travail en cours, de l’état

d’avancement de la tâche globale à accomplir.

2.1.2.2 Contrôle décentralisé

Dans un système auto-organisé, il n’y a pas de prise de décision à un niveau donné,

suivie d’ordres et d’actions pré-déterminées. En effet, dans un système décentralisé, chaque

individu dispose d’une vision locale de son environnement, et ne connâıt donc pas le

problème dans son ensemble. La littérature des systèmes multi-agents (voir [Ferber, 1997]

pour une première approche) emploie souvent ce terme ou celui “d’intelligence artificielle

distribuée” [Jennings, 1996], bien que, d’une manière générale, l’étude des systèmes multi-

agents tende à utiliser des modèles de comportement plus complexes, fondés notamment

sur les sciences de la cognition. Les avantages d’un contrôle décentralisé sont notamment

la robustesse et la flexibilité [Bonabeau et al., 1999] : systèmes robustes, car capables de

continuer à fonctionner en cas de panne d’une de leurs composantes ; flexibles, car efficaces

sur des problèmes dynamiques.

2.1.2.3 Hétérarchie dense

L’hétérarchie dense est un concept issu directement de la biologie, utilisé pour décrire

l’organisation des insectes sociaux, et plus particulièrement des colonies de fourmis. La

définition donnée dans [Wilson and Hölldobler, 1988] peut être traduite comme suit :

[Une] colonie de fourmis est une variante particulière de hiérarchie qui peut

avantageusement être appelée une hétérarchie. Cela signifie que les propriétés

des niveaux globaux agissent sur les niveaux locaux, mais que l’activité induite

dans les unités locales influence en retour les niveaux globaux.

L’hétérarchie est dite dense dans le sens où un tel système forme un réseau hautement

connecté, où chaque individu peut échanger des informations avec n’importe quel autre. Ce

concept est en quelque sorte opposé à celui de hiérarchie où, dans une vision populaire mais

erronée, la reine gouvernerait ses sujets en faisant passer des ordres dans une structure

verticale, alors que, dans une hétérarchie, la structure est plutôt horizontale (figure 2.2).

On constate que ce concept recoupe celui de contrôle décentralisé, mais aussi celui

de stigmergie, en ce sens que l’hétérarchie décrit la manière dont le flux d’information

parcourt le système. Cependant, dans une hétérarchie dense, tout type de communication

doit être pris en compte, tant la stigmergie que les échanges directs entre individus.
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(a) (b)

Fig. 2.2 – Hiérarchie (a) et hétérarchie dense (b) : deux concepts opposés.

2.2 Programmation à mémoire adaptative (PMA)

Le concept de programmation à mémoire adaptative (PMA)

[Taillard, 1998, Taillard et al., 1998] est né de l’observation que les métaheuristiques récentes

tendaient à devenir proches. Ainsi, du point de vue de la programmation à mémoire

adaptative, certaines métaheuristiques partagent maintenant une démarche commune,

présentée dans l’algorithme 2.1.

Algorithme 2.1 Démarche employée par un programme à mémoire adaptative.

1. Mémorisation d’un jeu de solutions ou une structure de données rassemblant les
particularités des solutions produites par la recherche,

2. construction d’une solution provisoire sur la base des données mémorisées,

3. amélioration de la solution par un algorithme de recherche locale,

4. mémorisation de la nouvelle solution ou de la structure de données associée.

La notion de programmation à mémoire adaptative insiste sur trois concepts fondamen-

taux : la mémoire, l’intensification et la diversification. Dans la littérature des algorithmes

évolutionnaires, ces deux dernières notions sont souvent respectivement désignées par les

termes exploitation et exploration, ayant un sens similaire. Nous avons choisi ici d’utiliser

les termes de la définition originale de la programmation à mémoire adaptative, employés

plus généralement dans la littérature de la recherche avec tabous ou du recuit simulé.

La mémoire représente ici l’information récoltée par l’algorithme, sur laquelle il va

s’appuyer pour effectuer sa recherche. La mémoire est présente sous de nombreuses formes

possibles, de la plus simple (une population de points) à des structures plus complexes

(les pistes de phéromone des algorithmes de colonies de fourmis). La mémoire est une
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modélisation des solutions, elle est un moyen de décrire la fonction objectif. Cette modé-

lisation s’opère par une distribution sur l’espace de recherche, biaisée vers les meilleures

solutions, qui évolue vers les optima du problème. Cette mémoire peut être définie comme

globale (par rapport au problème dans son ensemble) ou inter-individuelle (d’une solution

relativement à une autre).

L’intensification consiste en l’utilisation des informations disponibles pour améliorer

la pertinence de celles-ci. Du point de vue des métaheuristiques, il s’agit généralement

tout simplement de recherche locale. Les algorithmes de recherche locale sont maintenant

souvent employés en association avec d’autres métaheuristiques plus complexes, donnant

lieu à des algorithmes hybrides [Talbi, 2002]. On rencontre ainsi souvent l’algorithme

du “simplexe” de Nelder-Mead [Nelder and Mead, 1965], mais des métaheuristiques plus

complexes, comme la recherche avec tabous, sont parfois employées.

La diversification est la recherche de nouvelles informations, afin d’augmenter la connais-

sance du problème. Elle fait souvent appel à des méthodes stochastiques, et il est pour

le moment difficile de dégager des idées générales, tant la diversité d’approches de cette

composante des métaheuristiques est grande.

En pratique, les trois composantes de la PMA sont liées, et il est parfois difficile de les

repérer distinctement dans les métaheuristiques proposées. De fait, les métaheuristiques

tentent d’équilibrer la balance entre diversification et intensification, et bien souvent les

améliorations d’une métaheuristique existante consistent à faire pencher la balance dans

un sens ou dans l’autre.

Le concept de programmation à mémoire adaptative se veut une forme de généralisation

du mode de fonctionnement des métaheuristiques. Certaines métaheuristiques ont un

mode de fonctionnement qui semble d’emblée très proche de la PMA, c’est le cas par

exemple de la méthode GRASP (“Greedy Randomized Adaptive Search Procedure”)

[Resende, 2000] ou encore des algorithmes à estimation de distribution (EDA)

[Larrañaga and Lozano, 2002]. Cependant, la PMA propose une approche généraliste,

sans entrer dans les détails de l’implémentation, qui induisent souvent des a priori sur

la façon d’aborder tel ou tel problème. C’est le cas par exemple des EDA, où la phase de

diversification utilise un tirage aléatoire dans une loi donnée, il y a donc un a priori fort

sur le type de loi utilisée, qui dépend en pratique du problème abordé. La programmation

à mémoire adaptative tente d’unifier différentes métaheuristiques.
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2.3 Bases communes et exemples de métaheuristiques

fondées sur ces principes

L’auto-organisation nous renseigne sur la structure à employer pour concevoir des

métaheuristiques flexibles et capables de s’adapter à un problème donné. En effet, la

grande qualité de tels systèmes est de construire des comportements complexes à partir

de règles simples, en se fondant sur une architecture fortement décentralisée (on rencontre

également le terme de parallèle ou distribuée), maintenant reconnue et utilisée pour sa

flexibilité et son efficacité [Rudolph, 1992, Pardalos et al., 1996].

La programmation à mémoire adaptative nous renseigne quant à elle sur les méthodes

employées par des métaheuristiques efficaces. Les auteurs insistent d’ailleurs sur les qua-

lités de la PMA : parallélisme et flexibilité [Taillard et al., 1998]. Nous proposons d’établir

un pont entre ces deux théories, qui ont été établies séparément et dans des contextes

éloignés.

Les points communs entre ces deux théories sont en effet nombreux et, du point de vue

de la conception des métaheuristiques, il existe une relation simple entre elles : la PMA

décrit le “but” à atteindre, et la théorie de l’auto-organisation un “moyen” pour atteindre

ce but. Ainsi, une métaheuristique efficace devrait, selon la programmation à mémoire

adaptative, mettre en place des mécanismes de mémoire, d’intensification et de diversi-

fication, reste la question des moyens à utiliser pour mettre en place ces mécanismes.

L’auto-organisation propose un modèle de réalisation : un algorithme à base de popu-

lation définissant des interactions simples au niveau local, permettant l’émergence d’un

comportement complexe au niveau global.

Cette section présente quelques métaheuristiques inspirées de la biologie et utilisant

des phénomènes d’auto-organisation. Nous avons délibérément choisi de restreindre la

liste des métaheuristiques présentées à des classes d’algorithmes parmi les plus connues,

afin d’éviter une énumération peu pertinente et forcément incomplète. De plus, certaines

classes de métaheuristiques se recoupent entre elles, la classification proposée ici est celle

la plus communément admise. Nous laissons de côté les algorithmes de colonies de fourmis,

déjà décrits plus haut.

2.3.1 Optimisation par essaim particulaire

L’optimisation par essaim particulaire (“Particle Swarm Optimization”, PSO)

[Kennedy and Eberhart, 1995, Eberhart et al., 2001] est issue d’une analogie avec les com-

portements collectifs de déplacements d’animaux (la métaphore a de plus été largement

agrémentée de socio-psychologie). En effet, chez certains groupes d’animaux, comme les

bancs de poissons, on peut observer des dynamiques de déplacements relativement com-

- 36 -
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(a)

(b)

(c)

Fig. 2.3 – Schéma de l’évitement d’un prédateur par un banc de poissons. (a) le banc forme un seul
groupe, (b) les individus évitent le prédateur en formant une structure en “fontaine”, (c) le banc se
reforme.

plexes, alors que les individus eux-mêmes n’ont accès qu’à des informations limitées,

comme la position et la vitesse de leurs plus proches voisins. On peut par exemple obser-

ver qu’un banc de poissons est capable d’éviter un prédateur : d’abord en se divisant en

deux groupes, puis en reformant le banc originel (voir figure 2.3), tout en maintenant la

cohésion du banc.

Ces comportements collectifs s’inscrivent tout à fait dans la théorie de l’auto-organisa-

tion. Pour résumer, chaque individu utilise l’information locale à laquelle il peut accéder

sur le déplacement de ses plus proches voisins pour décider de son propre déplacement.

Des règles très simples, comme “rester relativement proche des autres individus”, “aller

dans la même direction”, “à la même vitesse” suffisent à maintenir la cohésion du groupe

tout entier, et à permettre des comportements collectifs complexes et adaptés.

Les auteurs de la méthode d’optimisation par essaim particulaire se sont inspirés de

ces comportements en mettant en perspective la théorie de la socio-psychologie sur le

traitement de l’information et les prises de décisions dans des groupes sociaux. Fait excep-

tionnel et remarquable, cette métaheuristique a été conçue d’emblée dans le cas continu,

et c’est toujours dans ce domaine que se situent la majorité des applications à ce jour. La

méthode en elle-même met en jeu de larges groupes de particules sous forme de vecteurs

se déplaçant sur l’espace de recherche. Chaque particule i est caractérisée par sa position

~xi et un vecteur de changement de position (appelé vélocité) ~vi. À chaque itération, la

particule se déplace : ~xi(t) = ~xi(t − 1) + ~vi(t − 1). Le coeur de la méthode consiste à

choisir comment définir ~vi. La socio-psychologie suggère que des individus se déplaçant

(dans une carte socio-cognitive) sont influencés par leur comportement passé et par celui

de leurs voisins (voisins dans le réseau social et non nécessairement dans l’espace). On

tient donc compte, dans la mise à jour, de la position des particules, de la direction de

leur mouvement (leur vitesse), la meilleure position précédente ~pi et la meilleure position
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~pg parmi leurs “voisins” :

~xi(t) = f
(

~xi(t− 1), ~vi(t− 1), ~pi, ~pg
)

Le changement de position s’effectue comme suit :

{

~vi(t) = ~vi(t− 1) + ϕ1 (~pi − ~xi(t− 1)) + ϕ2
(

~pg − ~xi(t− 1)
)

~xi(t) = ~xi(t− 1) + ~vi(t− 1)

où les paramètres ϕn sont des variables aléatoires tirées dans U[0,ϕmax] et qui ont pour

rôle de pondérer les rôles relatifs de l’expérience individuelle (ϕ1) et de la communication

sociale (ϕ2). C’est la notion de “compromis psycho-social”, mise en avant par les auteurs.

Le tirage aléatoire uniforme est justifié si l’on ne considère aucun a priori sur l’importance

de l’une ou l’autre source d’informations. Pour éviter que le système n’“explose” en cas

d’amplification trop grande d’oscillations, un paramètre Vmax permet de limiter la vitesse

(sur chaque dimension). Le pseudo-code pour la version la plus générale de l’algorithme

— la version continue — est présenté sur l’algorithme 2.2.

Des améliorations peuvent être apportées à cet algorithme de base, notamment du

point de vue du contrôle de la divergence. Dans la version de base, c’est le paramètre

Vmax qui va empêcher le système d’“exploser” par amplification des rétroactions posi-

tives. L’utilisation de “coefficients de constriction” permet de mieux contrôler ce com-

portement [Clerc and Kennedy, 2002]. Il s’agit ici d’ajouter, aux différents membres des

équations de vélocité, des coefficients pouvant être manipulés pour contrôler la dynamique

intensification/diversification du système. Dans la version “plus simple constriction”, un

seul coefficient multiplie les deux membres de l’équation du calcul de la vélocité. Cette

méthode de constriction permet de provoquer une convergence de l’algorithme (l’ampli-

tude des mouvements des individus diminue jusqu’à s’annuler). L’algorithme réalise un

compromis efficace entre intensification et diversification ; la seule restriction apparâıt si

les points pi et pg sont éloignés, auquel cas les particules continueront d’osciller entre ces

deux points, sans converger. Une particularité intéressante est que, si un nouvel optimum

est découvert alors que l’algorithme a convergé (donc, après une phase d’intensification),

les particules iront explorer la région du nouveau point (phase de diversification).

Dans le même ordre d’idées, une version met en place un poids d’inertie (“Inertia

Weight”), en multipliant chaque membre de l’équation de vélocité par un coefficient

différent [Shi and Eberhart, 1998]. Pour résumer, le poids d’inertie décrôıt en fonction

du temps, ce qui provoque une convergence contrôlable par ce paramètre. La dynamique

générale reste la même que dans la version avec coefficient de constriction, à l’exception
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Algorithme 2.2 Optimisation par essaim particulaire (en variables continues).

n =nombre d’individus

D =dimensions du problème

Tant que critère d’arrêt :

Pour i = 1 à n :

Si F (~xi) > F (~pi) alors :

Pour d = 1, . . . , D :

pid = kid // pid est donc le meilleur individu trouvé

fin d

fin si

g = i

Pour j =index des voisins :

Si F (~pj) > F (~pg) alors :

g = j // g est le meilleur individu du voisinage

fin si

fin j

Pour d = 1, . . . , D :

vid(t) = vid(t− 1) + ϕ1 (pid − xid (t− 1)) + ϕ2
(

pgd − xid (t− 1)
)

vid ∈ (−Vmax′ + Vmax)

xid(t) = xid(t− 1) + vid(t)

fin d

fin i

fin
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près de l’impossibilité de repartir dans une dynamique de diversification, si un nouveau

meilleur point est trouvé.

Un autre paramètre important est la notion de voisinage, appliquée aux particules.

Il semble être communément admis qu’un voisinage social (un individu x2 ayant par

exemple pour voisins les individus x1 et x3, quelles que soient les localisations spatiales

de x1, x2, x3) donne de meilleurs résultats qu’un voisinage spatial (fonction de la proximité

des individus dans l’espace de recherche, par exemple).

Des variantes ont également vu le jour, modifiant la notion de meilleure position

précédente d’une particule par celle de meilleure position du centre de gravité de groupes

d’individus sélectionnés dans la population [Kennedy, 2000]. L’influence de la distribution

initiale des particules a également été étudiée [Shi and Eberhart, 1999].

Ici, les rétroactions positives sont mises en place au niveau de l’attirance des particules

les unes pour les autres. Les limitations de déplacement de chaque particule entre deux

itérations forment les rétroactions négatives. La mémoire est structurée au niveau local,

entre particules voisines ; à chaque itération, chaque particule n’évolue qu’en fonction de

ses proches voisins, et non pas selon l’état global de la population à l’itération précédente.

On trouvera un état de l’art complet sur l’optimisation par essaim particulaire et les

concepts qui lui sont associés dans [Eberhart et al., 2001] ainsi qu’une synthèse en français

dans [Clerc, 2002] et une présentation très détaillée dans [Clerc, 2004].

2.3.2 Algorithmes évolutionnaires

Cette section est un extrait du livre [Dréo et al., 2003], section notamment rédigée par

A. Pétrowski.

Les algorithmes évolutionnaires (AE) sont des techniques de recherche inspirées par

l’évolution biologique des espèces, apparues à la fin des années 1950 [Fraser, 1957]. Parmi

plusieurs approches [Holland, 1962, Fogel et al., 1966, Rechenberg, 1965], les algorithmes

génétiques (AG) en constituent certainement l’exemple le plus connu, à la suite de la

parution en 1989 du célèbre livre de D. E. Goldberg [Goldberg, 1989] : Genetic Algorithms

in Search, Optimization and Machine Learning (voir en [Goldberg, 1994] la traduction

française).

Le principe d’un algorithme évolutionnaire se décrit simplement (voir figure 2.4). Un

ensemble de N points dans un espace de recherche, choisis a priori au hasard, constituent

la population initiale ; chaque individu x de la population possède une certaine perfor-

mance, qui mesure son degré d’adaptation à l’objectif visé : dans le cas de la minimisation

d’une fonction objectif f , x est d’autant plus performant que f(x) est plus petit. Un

AE consiste à faire évoluer progressivement, par générations successives, la composition

de la population, en maintenant sa taille constante. Au cours des générations, l’objectif
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Fig. 2.4 – Principe d’un algorithme évolutionnaire standard (figure de A. Pétrowski, extraite du
livre [Dréo et al., 2003]).

est d’améliorer globalement la performance des individus ; on s’efforce d’obtenir un tel

résultat en mimant les deux principaux mécanismes qui régissent l’évolution des êtres

vivants, selon la théorie de C. Darwin :

— la sélection, qui favorise la reproduction et la survie des individus les plus perfor-

mants,

— et la reproduction, qui permet le brassage, la recombinaison et les variations des

caractères héréditaires des parents, pour former des descendants aux potentialités

nouvelles.

En pratique, une représentation doit être choisie pour les individus d’une population.

Classiquement, un individu pourra être une liste d’entiers pour des problèmes combi-

natoires, un vecteur de nombres réels pour des problèmes numériques dans des espaces

continus, une châıne de nombres binaires pour des problèmes booléens, ou pourra même,

au besoin, combiner ces représentations dans des structures complexes. Le passage d’une

génération à la suivante se déroule en quatre phases : une phase de sélection, une phase de

reproduction (ou de variation), une phase d’évaluation des performances et une phase de

remplacement. La phase de sélection désigne les individus qui participent à la reproduc-

tion. Ils sont choisis, éventuellement à plusieurs reprises, a priori d’autant plus souvent

qu’ils sont performants. Les individus sélectionnés sont ensuite disponibles pour la phase

de reproduction. Celle-ci consiste à appliquer des opérateurs de variation sur des copies

des individus sélectionnés, pour en engendrer de nouveaux ; les opérateurs les plus utilisés

sont le croisement (ou recombinaison), qui produit un ou deux descendants à partir de

deux parents, et la mutation, qui produit un nouvel individu à partir d’un seul individu.

La structure des opérateurs de variation dépend étroitement de la représentation choisie

pour les individus. Les performances des nouveaux individus sont ensuite mesurées, du-
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rant la phase d’évaluation, à partir des objectifs fixés. Enfin, la phase de remplacement

consiste à choisir les membres de la nouvelle génération : on peut, par exemple, remplacer

les individus les moins performants de la population par les meilleurs individus produits,

en nombre égal. L’algorithme est interrompu après un certain nombre de générations,

selon un critère d’arrêt à préciser.

Dans cette famille de métaheuristiques [Baeck et al., 2000a, Baeck et al., 2000b], les

rétroactions sont parfois difficiles à cerner, tant les variantes sont nombreuses. D’une façon

générale, les rétroactions positives sont implémentées sous la forme d’opérateurs de type

sélection, alors que les rétroactions négatives sont typiquement mises en place par des

opérateurs de mutation. La mémoire est située au niveau local, l’évolution de chaque

individu d’une itération à l’autre étant liée à l’évolution des individus voisins.

Le livre [Goldberg, 1995] constitue une bonne introduction aux algorithmes évolution-

naires.

2.3.3 Systèmes immunitaires artificiels

Le terme “système immunitaire artificiel” (“Artificial Immune System”, AIS ) s’ap-

plique à une vaste gamme de systèmes différents, notamment aux métaheuristiques d’op-

timisation inspirées du fonctionnement du système immunitaire des vertébrés. Un grand

nombre de systèmes ont été conçus dans plusieurs domaines différents, tels que la robo-

tique, la détection d’anomalies ou l’optimisation (voir [De Castro and Von Zuben, 2000]

pour un survol de différentes applications).

Le système immunitaire est responsable de la protection de l’organisme contre les

“agressions” d’organismes extérieurs. La métaphore dont sont issus les algorithmes AIS

met l’accent sur les aspects d’apprentissage et de mémoire du système immunitaire dit

adaptatif (par opposition au système dit inné), notamment via la discrimination entre

le soi et le non-soi. En effet, les cellules vivantes disposent sur leurs membranes de

molécules spécifiques dites “antigènes”. Chaque organisme dispose ainsi d’une identité

unique, déterminée par l’ensemble des antigènes présents sur ses cellules. Les lymphocytes

(un type de globule blanc) sont des cellules du système immunitaire qui possèdent des

récepteurs capables de se lier spécifiquement à un antigène unique, permettant ainsi de

reconnâıtre une cellule étrangère à l’organisme. Un lymphocyte ayant ainsi reconnu une

cellule du non-soi va être stimulé à proliférer (en produisant des clones de lui-même) et

à se différencier en cellule permettant de garder en mémoire l’antigène, ou en cellule per-

mettant de combattre les agressions. Dans le premier cas, il sera capable de réagir plus

rapidement à une nouvelle exposition à l’antigène : c’est le principe même de l’efficacité

des vaccins. Dans le second cas, le combat contre les agressions est possible grâce à la

production d’anticorps. La figure 2.5 résume ces principales étapes. Il faut également no-
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Fig. 2.5 – La sélection par clonage : des lymphocytes, présentant des récepteurs spécifiques d’un
antigène, se différencient en cellule mémoire ou en cellule participant à la défense active de l’organisme
par le biais d’anticorps.

ter que la diversité des récepteurs dans l’ensemble de la population des lymphocytes est,

quant à elle, produite par un mécanisme d’hyper-mutation des cellules clonées.

Les principales idées utilisées pour la conception de la métaheuristique sont les sélec-

tions opérées sur les lymphocytes, accompagnées par les rétroactions positives permettant

la multiplication et la mémoire du système. En effet, ces caractéristiques sont capitales

pour maintenir les caractéristiques auto-organisées du système.

L’approche utilisée dans les algorithmes AIS est très proche de celle des algorithmes

évolutionnaires, mais a également été comparée à celle des réseaux de neurones. On peut,

dans le cadre de l’optimisation difficile, considérer les AIS comme une forme d’algo-

rithme évolutionnaire présentant des opérateurs particuliers. Pour opérer la sélection, on

se fonde par exemple sur une mesure d’affinité (i.e. entre le récepteur d’un lymphocyte et

un antigène), la mutation s’opère quant à elle via un opérateur d’hyper-mutation directe-

ment issu de la métaphore. Au final, l’algorithme obtenu est très proche d’un algorithme

génétique (voir algorithme 2.3).

On retiendra par exemple des algorithmes intéressants pour l’optimisation dynamique

[Gaspar and Collard, 1999]. Une description des fondements théoriques et de nombreuses

applications des systèmes immunitaires artificiels peuvent être trouvées dans

[De Castro and Von Zuben, 1999], [De Castro and Von Zuben, 2000] et dans

[Dasgupta and Attoh-Okine, 1997], mais aussi dans un livre de référence [Dasgupta, 1999].
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Algorithme 2.3 Un exemple simple d’algorithme de type système immunitaire artificiel.

1. Engendrer un ensemble de solutions P , composé d’un ensemble de cellules mémoires
PM ajoutées à la population présente Pr : P = PM + Pr ;

2. Déterminer les n meilleures cellules Pn parmi la population P , en se fondant sur la
mesure de l’affinité ;

3. Cloner les n individus pour former une population C. Le nombre de clones produits
pour chaque cellule est fonction de l’affinité ;

4. Effectuer une hyper-mutation des clones, engendrer ainsi une population C∗. La
mutation est proportionnelle à l’affinité ;

5. Sélectionner les individus de C∗ pour former la population mémoire PM ;

6. Remplacer les plus mauvais individus dans P pour former Pr ;

7. Si un critère d’arrêt n’est pas atteint, retourner en 1.

2.3.4 Algorithmes inspirés des insectes sociaux non apparentés

aux algorithmes de colonies de fourmis

Il existe des métaheuristiques inspirées du comportement des insectes sociaux qui

ne sont pas explicitement liées aux — plus connus — algorithmes de colonies de four-

mis. En effet, les comportements de ces espèces sont complexes et riches ; et les ca-

ractéristiques auto-organisées que présentent ces groupes d’insectes sont une source d’ins-

piration intéressante.

Un bon exemple est celui d’un algorithme inspiré des modèles d’organisation du travail

chez les fourmis [Campos et al., 2000, Cicirello and Smith, 2001, Nouyan, 2002]. Le par-

tage des tâches chez certaines espèces fait apparâıtre des individus qui accomplissent des

tâches spécifiques, ce qui permet d’éviter les coûts (en temps et en énergie par exemple)

liés aux ré-attributions de tâches. Cependant, la spécialisation des individus n’est pas

rigide, ce qui pourrait être préjudiciable à la colonie, mais elle s’adapte en fonction des

nombreux stimulus internes et externes perçus par les individus [Wilson, 1984].

Des modèles de comportement ont été proposés pour expliquer ce phénomène

[Bonabeau et al., 1996, Bonabeau et al., 1998, Theraulaz et al., 1998]. Ces modèles met-

tent en jeu, pour chaque type de tâche, des seuils de réponse représentant le niveau de

spécialisation de l’individu. Ces seuils sont soit fixés [Bonabeau et al., 1998], soit mis à

jour en fonction de l’accomplissement des tâches par les individus [Theraulaz et al., 1998].

Ces modèles ont inspiré des algorithmes pour l’allocation dynamique de tâches, où

chaque machine se voit associée à un individu disposant d’un jeu de seuils de réponse Θa,

où Θa,j représente le seuil de l’agent a pour la tâche j. La tâche j envoie aux agents un

stimulus Sj représentant le temps d’attente de la tâche. L’agent a aura une probabilité
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d’effectuer la tâche j de :

P
(

Θa,j , Sj

)

=
S2

j

S2
j + Θ2

a,j

L’algorithme dispose ensuite de règles de mise à jour des seuils et de règles de décision, au

cas où deux agents tenteraient d’effectuer la même tâche (voir [Cicirello and Smith, 2001]

pour plus de détails). Des améliorations à cet algorithme de base [Nouyan, 2002] ont

permis d’augmenter sa rapidité et son efficacité sur des problèmes d’allocation dynamique

de tâches.

Ici, les rétroactions positives sont liées à la spécialisation des individus, alors que les

rétroactions négatives sont mises en place sous la forme des changements de tâches. La

mémoire est locale, au niveau des seuils des différents individus.

2.3.5 Conclusion

Les deux théories présentées permettent de mieux comprendre le fonctionnement des

métaheuristiques existantes et d’orienter la conception de nouvelles métaheuristiques. Les

concepts importants à retenir sont l’utilisation par les métaheuristiques modernes de la

mémoire, de l’intensification et de la diversification. L’aspect distribué et les qualités de

flexibilité de ces algorithmes sont également des caractéristiques notables. Cependant il

faut souligner la difficulté de conception d’un système auto-organisé, ce qui explique que

l’inspiration vienne de la biologie, où de tels systèmes sont relativement courants.

Les difficultés principales sont les suivantes :

— concevoir une mémoire échantillonnant correctement le problème et dont il est aisé

d’extraire l’information pertinente pour orienter la recherche,

— équilibrer la balance entre des techniques d’intensification et de diversification,

— maintenir la flexibilité de l’algorithme, de façon à ce qu’il s’adapte au problème,

ou qu’il résolve des problèmes dynamiques,

Les perspectives ouvertes par les points de vue des théories de la programmation à

mémoire adaptative et de l’auto-organisation permettront peut-être la conception de nou-

velles métaheuristiques.

2.4 Échantillonnage de distribution

2.4.1 Introduction

Les métaheuristiques sont souvent classées selon deux ensembles : les algorithmes à

base de solution courante unique et les méthodes à population. Dans le premier cas, la

métaheuristique manipule un point, et décide à chaque itération quel sera le point suivant.
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On classe par exemple la recherche avec tabous et le recuit simulé dans cet ensemble. Dans

le second cas, la métaheuristique manipule une population de points, un nouvel ensemble

de points est choisi à chaque itération. Beaucoup d’algorithmes peuvent entrer dans cet

ensemble, comme les algorithmes évolutionnaires ou les algorithmes de colonies de fourmis.

Bien que ces classes soient perméables (un algorithme pouvant se trouver dans les deux

classes, selon le point de vue où l’on se place), elles permettent de mettre en valeur une

caractéristique importante : les métaheuristiques à population manipulent un ensemble

de points, elles font évoluer un échantillonnage de la fonction objectif.

2.4.2 Fonction objectif et distribution de probabilité

Dans la majorité des cas, l’échantillonnage est probabiliste, les meilleures solutions

ayant plus de chances d’être sélectionnées. En effet, dans le cas idéal, la fonction objectif

représente la distribution de probabilité qu’il faudrait échantillonner : l’optimum devant

présenter la plus grande probabilité d’être tiré.

Cependant, dans un problème d’optimisation, le but n’est pas d’échantillonner la fonc-

tion objectif, mais de trouver le mode (l’optimum) de cette distribution. Ainsi, l’échantil-

lonnage doit se concentrer sur les régions d’intérêt, en convergeant progressivement vers

l’optimum. Du point de vue de l’échantillonnage, cette convergence s’effectue par une

baisse progressive de la dispersion dans ces zones.

2.4.3 Échantillonnage et PMA

Ici encore, on peut rapprocher ce point de vue de la programmation à mémoire adap-

tative : l’échantillonnage de la fonction objectif est appelé diversification et la baisse de

dispersion, intensification. La mémoire est présente dans le processus “d’apprentissage”

des paramètres de la distribution manipulée.

Le point crucial dans cette perspective est en fait la description de la distribution de

probabilité à utiliser. La plupart des algorithmes à population actuels n’ont aucun a priori

sur la distribution et utilisent des techniques empiriques pour effectuer plus ou moins si-

multanément diversification et intensification. Cependant, certaines méthodes postulent

que la fonction objectif peut être raisonnablement approchée par une distribution donnée,

et vont donc utiliser cette distribution pour effectuer le tirage aléatoire de la popula-

tion (diversification), et la réduction de dispersion (intensification). On peut parler de

méthodes implicites dans le premier cas, et explicites dans le second [Baluja, 1997].

Comme le suggère la PMA, les étapes de diversification permettent de rassembler

de l’information sur le problème, ces informations sont mémorisées, puis triées par l’in-

tensification, après quoi les informations en mémoire sont utilisées pour effectuer une
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Algorithme 2.4 Méthode de Metropolis.

Initialiser un point de départ x0 et une température T

Pour i = 1 à n :

Jusqu’à xi accepté

Si f (xi) ≤ f (xi−1) : accepter xi

Si f (xi) > f (xi−1) : accepter xi avec la probabilité e−
f(xi)−f(xi−1)

T

Fin

Fin

nouvelle étape de diversification. Cette succession d’étapes apparâıt clairement dès lors

que l’on considère les métaheuristiques à population comme des algorithmes manipulant

un échantillonnnage.

2.4.4 Exemples de métaheuristiques vues sous l’angle de l’échan-

tillonnage de distribution

Nous verrons dans cette section comment quelques métaheuristiques emploient de fait

l’échantillonnage de distribution pour résoudre un problème d’optimisation.

2.4.4.1 Recuit simulé

Le recuit simulé est fondé sur une analogie entre un processus physique (le recuit) et le

problème de l’optimisation. Le recuit simulé en tant que métaheuristique

[Kirkpatrick et al., 1983, Cerny, 1985] s’appuie en effet sur des travaux visant à simuler

l’évolution d’un solide vers son état d’énergie minimale [Metropolis et al., 1953, Hastings, 1970].

La description classique du recuit simulé le présente comme un algorithme proba-

biliste, où un point évolue sur l’espace de recherche. En effet, la méthode repose sur

l’algorithme de Metropolis, présenté sur la figure 2.4, qui décrit un processus Markovien

[Aarts and Van Laarhoven, 1985, Krauth, 1998]. Le recuit simulé (dans sa version la plus

courante, dite “homogène”) appelle à chaque itération cette méthode.

Cependant, il est possible de voir le recuit simulé comme un algorithme à population

[Collette, 2004]. En effet, l’algorithme de Metropolis est une méthode d’échantillonnage

d’une distribution de probabilité : il échantillonne directement la fonction objectif par

le biais d’une distribution de Bolzmann paramétrique (de paramètre T ). Un des pa-

ramètres cruciaux est donc la décroissance de la température ; de nombreuses lois de

décroissance différentes ont été proposées [Triki et al., 2004]. Il existe par ailleurs des
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versions du recuit simulé qui mettent en avant la manipulation d’une population de

points [Hukushima and Nemoto, 1996, Wendt and König, 1997, Liang and Wong, 2000,

Iba, 2003].

Ici, la méthode de Metropolis (ou toute autre méthode d’échantillonnage [Creutz, 1983,

Okamoto and Hansmann, 1995]) tient lieu de diversification, associée à la décroissance de

température, qui contrôle l’intensification.

2.4.4.2 Algorithmes évolutionnaires

Les algorithmes évolutionnaires forment peut être la classe d’algorithmes à population

la plus connue, ils ont été décrits plus haut.

Les algorithmes évolutionnaires classiques sont implicites. On peut cependant observer

que les opérateurs de croisement et de mutation visent à produire un ensemble de nouveaux

points (diversification) dans les limites de la population précédente (mémoire), points dont

on va ensuite réduire le nombre (intensification), et ainsi de suite.

La difficulté à manipuler les opérateurs de diversification a entrâıné la création de

méthodes explicites (voir notamment [Syswerda, 1993], [Harik et al., 1998, Harik, 1999],

[Baluja and Davies, 1998], qui démontrent plus clairement le rapport des algorithmes évo-

lutionnaires avec la notion d’échantillonnage de distribution. La sous-section suivante

décrit succinctement l’une de ces méthodes.

La méthode PBIL L’algorithme PBIL (“Population-Based Incremental Learning”)

est à l’origine inspiré de l’apprentissage compétitif et est conçu pour des problèmes bi-

naires. Il fait l’objet d’une large littérature, on se reférera notamment à [Baluja, 1994,

Baluja and Caruana, 1995, Baluja, 1995], ainsi qu’à [Sebag and Ducoulombier, 1998] pour

le domaine continu.

La méthode PBIL, décrite sur l’algorithme 2.5, utilise un coefficient d’apprentissage

(noté ici α) qui contrôle l’amplitude des changements. La version continue utilise une

distribution gaussienne à base d’un produit de densités univariantes et indépendantes,

ainsi que plusieurs adaptations pour l’évolution du vecteur de variance.

L’algorithme enchâıne de façon itérative des étapes de diversification, de mémorisation

et d’intensification sur un vecteur de probabilité (pour la version combinatoire) : nous

sommes bien en présence d’un échantillonnage probabiliste.

2.4.4.3 Algorithmes à estimation de distribution

Les algorithmes à estimation de distribution (“Estimation of Distribution Algorithm-

s”, EDA) ont été conçus à l’origine comme une variante des algorithmes évolutionnaires

[Mühlenbein and Paaβ, 1996]. Cependant, dans les méthodes de type EDA, il n’y a pas

- 48 -
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Algorithme 2.5 La métaheuristique PBIL.

Initialiser un vecteur de probabilité p0(x)

Jusqu’à critère d’arrêt :

Construire m individus xl
1, . . . , x

l
m en utilisant pl(x)

Évaluer et trier xl
1, . . . , x

l
m

Mémoriser les k meilleurs individus xl
1:k, . . . , xl

m:k

Reconstruire le vecteur de probabilité pl+1(x) = (pl+1 (x1) , . . . , pl+1 (xk))

Pour i = 1 à n :

pl+1 (xi) = (1− α) pl (xi) + α 1
k

∑k
j=1 xl

i,j:k

Fin

Fin

d’opérateurs de croisement ou de mutation. En effet, la population des nouveaux individus

est tirée au hasard, selon une distribution estimée depuis des informations issues de la po-

pulation précédente. Dans les algorithmes évolutionnaires, la relation entre les différentes

variables est implicite alors que, dans les algorithmes EDA, le coeur de la méthode consiste

justement à estimer ces relations, à travers l’estimation de la distribution de probabilité

associée à chaque individu sélectionné.

La meilleure manière de comprendre les EDA est d’étudier un exemple le plus simple

possible. Ici, prenons comme problème la fonction cherchant à maximiser le nombre de

1 sur trois dimensions : on cherche donc à maximiser h(x) =
∑3

i=1 xi avec xi = {0, 1}
(problème “OneMax”).

La première étape consiste à engendrer la population initiale, on tire donc au hasard

M individus, selon la distribution de probabilité : p0(x) =
∏3

i=1 p0(xi), où la probabilité

que chaque élément xi soit égal à 1 vaut p0(xi). En d’autres termes, la distribution de pro-

babilité, à partir de laquelle le tirage est fait, est factorisée comme un produit des trois dis-

tributions de probabilité marginales univariantes (ici, puisque les variables sont binaires,

des distributions de Bernouilli de paramètre 0.5). La population ainsi échantillonnée est

nommée D0. Prenons pour l’exemple une population de six individus (illustrée figure 2.6).
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i x1 x2 x3 h(x)

1 1 1 0 2

2 0 1 1 2

3 1 0 0 1

4 1 0 1 2

5 0 0 1 1

6 0 1 0 1

Fig. 2.6 – L’algorithme EDA optimisant le problème OneMax : la population initiale D0.

La seconde étape consiste à sélectionner des individus parmi cette population ; on

construit ainsi de façon probabiliste une deuxième population DSe
0 , tirée parmi les meilleurs

individus de D0. La méthode de sélection est libre. Ici, on peut, pour l’exemple, sélectionner

les trois meilleurs individus (figure 2.7).

i x1 x2 x3 h(x)

1 1 1 0 2

2 0 1 1 2

4 1 0 1 2

p(x) 0.3 0.3 0.3

Fig. 2.7 – L’algorithme EDA optimisant le problème OneMax : les individus sélectionnés DSe

0 .

La troisième étape consiste à estimer les paramètres de la distribution de probabilité

représentée par ces individus sélectionnés. Dans cet exemple, on considère que les variables

sont indépendantes ; trois paramètres permettent donc de caractériser la distribution. On

va donc estimer chaque paramètre p(xi | DSe
0 ) par sa fréquence relative dans DSe

0 . On a

donc : p1(x) = p1(x1, x2, x3) =
∏3

i=1 p(xi | DSe
0 ). En échantillonnant cette distribution

de probabilité p1(x), on peut obtenir une nouvelle population D1 (figure 2.8).

i x1 x2 x3 h(x)

1 1 1 1 3

2 0 1 1 2

3 1 0 0 1

4 1 0 1 2

5 0 1 1 2

6 1 1 0 2

p(x) 0.3 0.3 0.3

Fig. 2.8 – L’algorithme EDA optimisant le problème OneMax : la nouvelle population D1.

On continue ainsi jusqu’à ce que l’on atteigne un critère d’arrêt prédéterminé. . . L’al-

gorithme général d’une méthode à estimation de distribution est présenté sur l’algorithme

2.6.
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Algorithme 2.6 Algorithme à estimation de distribution.

D0 ← Engendrer M individus aléatoirement

i = 0

Tant que critère d’arrêt :

i = i + 1

DSe
i−1 ← Sélectionner N ≤M individus dans Di−1 grâce à la méthode de sélection

pi(x) = p
(

x | DSe
i−1

)

← Estimer la probabilité de distribution d’un individu d’être

parmi les individus sélectionnés

Di ← Échantillonner M individus depuis pi(x)

Fin

La principale difficulté, lorsqu’on utilise un algorithme à estimation de distribution,

est d’estimer la distribution de probabilité. En pratique, il faut approcher les paramètres

de la distribution, conformément à un modèle choisi. De nombreuses approximations ont

été proposées pour des problèmes d’optimisation continue, aussi bien que combinatoire.

On peut classer les différents algorithmes proposés selon la complexité du modèle utilisé

pour évaluer les dépendances entre variables. On définit ainsi trois catégories :

1. Modèles sans dépendance : la distribution de probabilité est factorisée à partir

de distributions indépendantes univariantes pour chaque dimension. Ce choix a

le défaut d’être peu probable dans les cas de l’optimisation difficile, où une forte

dépendance des variables est généralement la règle ;

2. Modèles à dépendances bivariantes : la distribution de probabilité est factorisée à

partir de distributions bivariantes. Dans ce cas, l’apprentissage de la distribution

peut être étendu jusqu’à la notion de structure ;

3. Modèles à dépendances multiples : la factorisation de la distribution de probabilité

est obtenue à partir de statistiques d’ordre supérieur à deux.

On peut noter que, dans le cas de problèmes continus, le modèle de distribution est souvent

fondé sur une base de distribution normale.

Quelques variantes d’importance ont été proposées : l’utilisation de “data clustering”

pour l’optimisation multimodale et des variantes parallèles pour des problèmes combina-

toires. Des théorèmes de convergence ont également été formulés, notamment avec l’aide

de modélisations par châınes de Markov ou par systèmes dynamiques.

Il serait fastidieux d’énumérer ici les algorithmes proposés dans chaque cas, on se repor-

tera pour cela au très complet livre de référence dans le domaine [Larrañaga and Lozano, 2002].
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Dans la grande majorité des EDA, l’accent est porté sur le fait que la diversification

utilise des distributions de probabilité explicites, l’intensification n’étant, quant à elle,

effectuée que par un opérateur de sélection.

2.4.4.4 Algorithmes de colonies de fourmis

Du point de vue de l’estimation de distribution, le point clef concerne le choix des

composants de la solution. En effet, du fait des pistes de phéromone, chaque fourmi choisit

de façon probabiliste un composant parmi d’autres. Ainsi, chaque solution est associée à

une certaine probabilité de choix, probabilité résultant de l’ensemble des probabilités des

composants, mises à jour de façon constructive.

Très récemment, des approches facilement comparables à des problèmes d’échantil-

lonnage ont été employées dans la conception d’une métaheuristique du type colonies

de fourmis pour des problèmes continus [Socha, 2004, Pourtakdoust and Nobahari, 2004].

Dans les deux cas, le principe de l’algorithme est comparable, il a été précédemment

présenté sur l’algorithme 1.3 de la section 1.3.5.1. Dans ces méthodes, la distribution de

probabilité mémorisée sous la forme de “phéromones” τ est celle qui est échantillonnée

et dont l’évolution va guider la recherche. Dans les deux cas, il s’agit en théorie d’une

somme de distributions normales univariées.

Si l’on observe les algorithmes de colonies de fourmis avec une approche “haut niveau”,

il y a bien échantillonnage et manipulation d’une distribution de probabilité

[Dréo and Siarry, 2004a], qui va tendre à évoluer vers un optimum. Dans les modèles

continus, la diversification est faite par échantillonnage d’une distribution à base normale,

et l’intensification se fait par sélection des meilleurs individus, appelée ici “évaporation”.

2.4.4.5 Cadres généraux

Suite aux origines indépendantes de métaheuristiques se révélant finalement très proches,

plusieurs tentatives de structuration dans le sens de l’échantillonnage de distribution ont

vu le jour.

Monmarché et al. proposent par exemple un modèle appelé PSM (“Probabilistic

Search Metaheuristic” [Monmarché et al., 1999, Monmarché et al., 2000a]), en se fondant

sur la comparaison des algorithmes PBIL ([Baluja, 1994, Baluja and Caruana, 1995], décrits

dans le paragraphe 2.4.4.2), BSC [Syswerda, 1993] et du Ant System ([Colorni et al., 1992],

décrit dans la section 1.3.2.1). Le principe général d’une méthode PSM est présenté sur

l’algorithme 2.7. On peut constater la parenté de cette approche avec les algorithmes à

estimation de distribution, mais l’approche PSM se restreint à l’utilisation de vecteurs de

probabilité, en précisant toutefois que la règle de mise à jour de ces vecteurs est cruciale.
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Algorithme 2.7 Le cadre de la méthode PSM.

Initialiser un vecteur de probabilité p0(x)

Jusqu’à critère d’arrêt :

Construire m individus xl
1, . . . , x

l
m en utilisant pl(x)

Évaluer f
(

xl
1

)

, . . . , f
(

xl
m

)

Reconstruire le vecteur de probabilité pl+1(x) en tenant compte de xl
1, . . . , x

l
m et

de f
(

xl
1

)

, . . . , f
(

xl
m

)

Fin

Algorithme 2.8 L’approche IDEA.

Initialiser une population P0 de n points

Tant que critère d’arrêt non atteint :

Mémoriser le plus mauvais point θ

Chercher une distribution Di(X) adéquate à partir de la population Pi−1

Construire une population Oi de m points selon Di(X), avec ∀Oj
i ∈ Oi : f

(

O
j
i

)

<

f (θ)

Créer une population Pi à partir d’une partie de Pi−1 et d’une partie de Oi

Évaluer Pi

Fin

Les EDA ont été présentés dès le départ comme des algorithmes évolutionnaires où la

diversification serait explicite [Mühlenbein and Paaβ, 1996]. Ce sont sans doute les algo-

rithmes les plus proches d’un cadre général. Une généralisation de ces méthodes aux cas

continus et discrets a été proposée sous le terme de IDEA (“Iterated Density Evolutionary

Algorithms”, [Bosman and Thierens, 1999, Bosman and Thierens, 2000a]

[Bosman and Thierens, 2000b]), elle se dote notamment de bases mathématiques, dont les

auteurs de PSM regrettaient l’absence dans ce genre d’approche [Monmarché et al., 1999].

Le principe de l’approche IDEA est présenté sur l’algorithme 2.8.

IDEA utilise une diversification plus générale que PSM, en ne se limitant pas à un

vecteur de probabilité comme modèle, mais en précisant que la recherche de la meilleure

distribution de probabilité fait partie intégrante de l’algorithme. Cependant, la baisse de

dispersion s’effectue en sélectionnant les meilleurs individus, aucune précision sur l’utili-

sation de principes d’intensification différents n’est donnée.
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2.4.5 Conclusion

Les métaheuristiques à population peuvent être vues comme des algorithmes mani-

pulant un échantillonnage de la fonction objectif via des techniques de diversification et

d’intensification.

On peut les répartir en trois catégories de ce point de vue :

— utilisation d’une description implicite de la distribution utilisée pour effectuer

l’échantillonnage (méthodes évolutionnaires classiques, algorithmes de colonies de

fourmis, plus généralement métaheuristiques à population dites “classiques”),

— utilisation d’une description explicite (méthodes évolutionnaires explicites et plus

généralement algorithmes à estimation de distribution),

— utilisation directe de la fonction objectif (recuit simulé).

Les méthodes implicites ont l’avantage de pouvoir s’affranchir du choix d’une descrip-

tion de l’échantillonnage à utiliser, mais aussi le défaut d’être difficiles à manipuler et à

comprendre. Les méthodes explicites permettent de mâıtriser complètement les proces-

sus de diversification et d’intensification de façon indépendante, mais sont liées au choix

d’une distribution de probabilité. Les méthodes directes permettent d’utiliser la distribu-

tion de probabilité idéale (la fonction objectif) mais rendent l’intensification délicate, car

indépendante de la structure du problème.

Le chapitre suivant présente les métaheuristiques que nous avons conçues en nous

appuyant sur les notions que nous venons de présenter.
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Chapitre 3

Élaboration d’algorithmes de

colonies de fourmis en variables

continues

3.1 Élaboration d’un algorithme exploitant la com-

munication directe entre individus (CIAC )

3.1.1 Introduction

Les algorithmes de colonies de fourmis utilisent généralement un trait particulier du

comportement des fourmis réelles : le dépôt de piste. En effet, les colonies de fourmis sont

souvent vues comme des systèmes distribués capables de résoudre des problèmes par le

biais de la stigmergie, une forme de communication indirecte passant par la modification

de l’environnement, dont le comportement de dépôt de piste se veut l’archétype. Mais ce

comportement fait également partie du processus plus général de “recrutement”, défini

par les biologistes comme “une forme de rassemblement dans lequel les membres d’une

société sont dirigés vers un endroit où un travail est requis” [Hölldobler and Wilson, 1990,

p. 642].

De notre point de vue, la métaphore des colonies de fourmis peut être définie comme

un système utilisant la stigmergie, et plus généralement un processus de recrutement.

Conformément à cette idée, le dépôt de piste ne serait pas la seule façon d’appréhender

l’utilisation des algorithmes de type “colonies de fourmis” pour l’optimisation. Notre

stage de recherche portant sur la modélisation de certains comportements des fourmis

[Dréo, 2001] a montré qu’il était possible d’enclencher une séquence de recrutement, sans

prendre en compte les pistes de phéromone. Dans ce modèle, les processus stigmergiques

sont délibérément ignorés, au profit des relations inter-individuelles. Le modèle tente ainsi
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(a) Par piste (b) Mobilisation

Fig. 3.1 – Deux types de recrutement.

de reproduire le flux de fourmis sortant du nid, après l’entrée d’une éclaireuse ayant

découvert une nouvelle source de nourriture. Afin de différencier ce processus du recrute-

ment “stigmergique”, nous l’appelons mobilisation (Fig. 3.1b). La mobilisation est aussi

une forme de recrutement : une éclaireuse rentre au nid après avoir localisé une source

de nourriture et provoque ainsi la sortie de plusieurs fourmis. Nous avons montré que,

grâce à une modélisation simple fondée sur le comportement de trophallaxie (échange de

liquide nourricier entre deux individus), une colonie de fourmis pouvait résoudre certains

problèmes, comme adapter l’amplitude et la vitesse du flux de sortie à l’état de l’éclaireuse.

Ainsi, les principaux mécanismes mis en jeu dans la réponse du modèle sont la distribu-

tion des états des fourmis et le type de propagation de l’information de mobilisation à

travers le système. Un tel modèle suggère que l’importance des mécanismes de commu-

nication inter-individuels pourrait être sous-estimée et qu’inclure ces mécanismes dans

un algorithme de colonies de fourmis devrait améliorer les performances, en accélérant la

diffusion de l’information.

Nous nous sommes intéressés à ces différentes façons d’appréhender la même idée et

nous avons tenté de les réunir dans un même formalisme. Nous nous sommes donc tout

naturellement intéressés à la notion d’hétérarchie dense (développée plus haut), qui est

une description originale du mode de fonctionnement d’une colonie de fourmis, insistant

sur la notion de communication. Nous proposons, à partir de cette idée, une formali-

sation simple permettant d’utiliser ces différentes notions, pour concevoir une méthode

d’optimisation. Un algorithme hétérarchique met ainsi l’accent sur le flux d’informations

passant à travers une population d’agents, informations qui sont échangées grâce à des

canaux de communication et permettent à une certaine forme de description de la fonc-

tion objectif d’émerger du système. L’algorithme que nous avons conçu sur ce modèle

est nommé CIAC, de l’anglais “Continuous Interacting Ant Colony” et fait l’objet de la
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Fig. 3.2 – L’information passe d’une partie de la population à une autre en empruntant un canal
de communication ayant des propriétés spécifiques.

présente section [Dréo and Siarry, 2001, Dréo and Siarry, 2002a, Dréo and Siarry, 2002c,

Dréo and Siarry, 2002b, Dréo and Siarry, 2004c].

Cette section comprend six sous-sections. Dans la première, nous expliquons la notion

d’algorithme hétérarchique. Puis nous introduisons les canaux de communication utilisés

dans CIAC, et nous discutons du réglage de la méthode. Ensuite, nous présentons les

résultats expérimentaux, et enfin nous concluons.

3.1.2 Algorithmes hétérarchiques

La notion d’hétérarchie dense, présentée plus haut, décrit le mode de gestion utilisé

par les colonies de fourmis pour traiter les informations qu’elles reçoivent de leur environ-

nement. Chaque fourmi pouvant communiquer avec n’importe quelle autre, à n’importe

quel moment, l’information circule d’agent en agent à travers la colonie.

Nous proposons un formalisme simple pour appliquer cette notion à des problèmes

d’optimisation, le principal concept d’un algorithme hétérarchique étant le canal de com-

munication. Un canal de communication, pour prendre l’exemple des pistes dans la mé-

taphore des colonies de fourmis, transmet une information (la localisation d’une source

d’information) et présente des propriétés spécifiques (stigmergie, mémoire) (cf. Fig. 3.2).

Les principales propriétés des canaux de communication sont :

Portée : la façon dont l’information circule à travers la population. Un sous-groupe

(de un à n agents) peut échanger des informations avec un autre sous-groupe

d’agents.

Mémoire : la façon dont l’information persiste dans le système. L’information peut être

stockée pendant une certaine période ou n’être que temporaire.

Intégrité : la façon dont l’information évolue. L’information peut être modifiée par un ou

plusieurs agents, par un processus externe, ou rester inchangée.
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Chaque canal pouvant combiner d’une manière différente ces différentes propriétés, une

grande variété de canaux différents est possible.

L’information transmise durant la communication peut prendre plusieurs formes, de-

puis une simple valeur, jusqu’à un “objet” complexe, il est donc difficile de décrire des

classes particulières. Retenons les informations les plus intuitives dans le cas d’un problème

d’optimisation : le vecteur de coordonnées d’un point, ou la valeur de la fonction objectif

associée à cette solution.

Prenons par exemple les propriétés d’un canal de communication de type “dépôt de

piste”. La portée est potentiellement la population entière, puisque chaque fourmi peut

percevoir une piste de phéromone. Il y a aussi présence d’une forme de mémoire, car

c’est un processus stigmergique, la piste persiste donc dans l’environnement pendant une

certaine période. Finalement, l’intégrité du canal permet que l’information soit altérée au

cours du temps, avec l’évaporation des phéromones.

3.1.3 Les canaux de communication de CIAC

La conception de l’algorithme CIAC est relativement simple, si on le considère comme

un algorithme hétérarchique. Nous avons implémenté trois versions, chacune étant définie

par les types de canaux de communication qu’elle utilise.

3.1.3.1 Communication par pistes

La première version de CIAC tente d’être aussi proche que possible d’une version conti-

nue de l’algorithme ACO original [Colorni et al., 1992] qui fut conçu pour des problèmes

combinatoires. En conséquence, elle partage de nombreux points communs avec l’algo-

rithme CACO [Bilchev and Parmee, 1995], également inspiré par les premiers algorithmes

de colonies de fourmis.

Cette première implémentation n’utilise qu’un seul canal de communication, tiré du

comportement de dépôt de piste des fourmis. Ici, chaque fourmi peut déposer une certaine

quantité de phéromone sous la forme d’un “spot” sur l’espace de recherche, proportionnel-

lement à l’amélioration de la fonction objectif qu’elle a trouvée en se déplaçant. Ces spots

de phéromone peuvent être perçus par tous les membres de la population, et diffusent

dans l’environnement. Les fourmis sont dès lors attirées par chaque spot en fonction de

la distance fourmi-spot et de la quantité de phéromone contenue dans ce dernier. Plus

précisément, les agents se déplacent vers le centre de gravité Gj du nuage de spots de

phéromone.
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La position de ce centre de gravité dépend de l’intérêt ωij de la j ème fourmi pour le

ièmespot.

Gj =

n
∑

i=1

(

xi · ωij
∑n

i=1

(

ωij

)

)

avec ωij =
δ

2
· e(−θi·δij) (3.1)

Ici, n est le nombre de spots et xi la position du ième spot. Les variables mises en jeu dans

le calcul de l’intérêt ωij sont : δ la distance moyenne entre deux agents dans la population,

θi la quantité de phéromone déposée sur le spot et δij la distance entre la j èmefourmi et

le ième spot. Il est important de noter que chaque fourmi ne se déplace pas directement

sur le centre de gravité. En effet, chaque fourmi a un paramètre de “portée” (noté φj),

distribué selon une loi normale sur la population. Chaque fourmi tire aléatoirement une

distance, dans la limite de son paramètre de portée, et se déplace de cette longueur dans la

direction du centre de gravité pondéré qu’elle perçoit, un bruit aléatoire modifiant quelque

peu la position finale.

Pour résumer ce comportement du point de vue du concept d’hétérarchie, ce canal de

communication “par piste” possède les propriétés suivantes :

1. Portée : un spot de phéromone déposé par une fourmi peut être perçu par toutes

les autres fourmis,

2. Mémoire : l’information persiste dans le système, indépendamment des agents,

3. Intégrité : l’information est modifiée au cours du temps, sous la forme d’une évapo-

ration des phéromones.

On peut constater certaines similarités avec l’algorithme de “path-relinking” présenté par

Glover [Glover and Laguna, 1997], puisque les fourmis se déplacent à travers un jeu de

points d’intérêt.

3.1.3.2 Le canal inter-individuel

Comme nous l’avons précisé en introduction, certains travaux de biologie nous ont

poussés à considérer d’autres voies que la voie “stigmergique” pour l’optimisation par

une colonie de fourmis. Nous avons donc implémenté un autre canal de communication,

possédant des propriétés d’interactions directes entre individus, qui peuvent être observées

dans les sociétés de certaines espèces d’insectes, comme les fourmis.

Concrètement, dans cet algorithme, chaque fourmi artificielle peut envoyer des “mes-

sages” à une autre ; une fourmi recevant un message le stocke dans une pile avec les autres

messages reçus. Dans un second temps, un message est aléatoirement lu dans la pile. No-

tons que ce processus est proche de certains travaux sur les problèmes de communication

dans de grands systèmes multi-agents [Hewitt, 1977], plus particulièrement concernant

l’implémentation de programmes parallèles. Ici, l’information envoyée est la position de
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l’expéditeur — une fourmi, représentant une solution au problème — et la valeur de la

fonction objectif associée. Le receveur compare la valeur de l’expéditeur avec la sienne

et décide s’il doit se déplacer vers lui (si la valeur de l’expéditeur est meilleure) ou non.

Dans le premier cas, la position finale est tirée aléatoirement dans une hyper-sphère ayant

l’expéditeur pour centre et la portée du receveur pour rayon. Dans le second cas, le rece-

veur envoie un message à une autre fourmi choisie aléatoirement, et supprime le message

lu. On peut noter que le système nécessite une activation, le nombre de messages initialisés

au lancement de l’algorithme est donc un paramètre important.

Ce canal de communication a les propriétés suivantes :

1. Portée : un message envoyé par une fourmi ne peut être perçu que par une seule

autre fourmi,

2. Mémoire : l’information persiste dans le système, sous la forme des mémoires indi-

viduelles des fourmis,

3. Intégrité : les informations stockées sont statiques.

3.1.3.3 Algorithme final

Les deux algorithmes décrits précédemment sont conçus pour être complémentaires.

Nous avons donc implémenté dans un même système ces deux canaux de communica-

tion, afin d’étudier comment ils fonctionnent ensemble. Cette combinaison est simple à

effectuer, les canaux de communication n’ayant pas de processus concurrents.

3.1.4 L’algorithme CIAC

Cet algorithme comprend trois étapes principales (cf. figure 3.3). Dans la première, les

paramètres sont initialisés, les portées des fourmis sont distribuées sur la population et

les fourmis sont disposées aléatoirement sur l’espace de recherche. L’algorithme démarre

alors, et les fourmis se déplacent, jusqu’à ce que le critère d’arrêt soit atteint : la différence

entre deux meilleurs points consécutifs est inférieure à 10−3 pendant (η · 10) évaluations

(voir plus bas, pour une définition de η) ou un nombre maximum d’évaluations de la

fonction objectif a été atteint.

Quatre paramètres doivent être initialisés :

1. η ∈ [0, +∞[ : le nombre de fourmis dans le système,

2. σ ∈ [0, 1] : un pourcentage de la taille de l’espace de recherche ; utilisé pour définir

l’écart-type de la distribution normale des portées des fourmis,

3. ρ ∈ [0, 1] : définit la persistance des spots de phéromone,

4. µ ∈ [0, +∞[ : nombre de messages initial.
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canal
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Fig. 3.3 – Structure de l’algorithme CIAC.
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L’initialisation de ces quatre paramètres est discutée dans la section 3.1.5.

Quelques paramètres supplémentaires sont inclus dans l’algorithme, ou déduits des

paramètres choisis :

1. les points de départ des fourmis sont répartis aléatoirement sur l’espace de recherche,

selon une distribution uniforme,

2. ε : sous cette valeur seuil, un spot de phéromone disparâıt ; il est généralement

initialisé à la plus petite valeur possible (10−14 dans nos essais),

3. ς : l’amplitude du bruit ajouté à la position de la fourmi dans le canal “piste” ; c’est

un pourcentage de la portée de la fourmi, initialisé conformément à l’équation 3.2

(voir la section 3.1.3.1 pour les variables utilisées) :







δ
φj

si δ ≤ φj

1 sinon
(3.2)

3.1.5 Réglage de CIAC

Le nombre de fourmis η n’est pas un paramètre critique, il n’influence pas de façon

critique la convergence globale de l’algorithme. Avec seulement 10 fourmis, l’algorithme

optimise correctement des problèmes à deux dimensions, mais le nombre de fourmis doit

être augmenté avec le nombre de dimensions. Un choix de 100 fourmis est un bon com-

promis, pour des problèmes allant de 2 à 100 dimensions.

Le pourcentage de la taille de l’espace de recherche σ influence quant à lui l’efficacité

de l’algorithme. En effet, il définit la façon dont l’espace de recherche sera exploré : une

valeur trop petite entrâınera une diversification insuffisante, alors qu’une trop grande

valeur tendra à provoquer des mouvements aléatoires. L’expérience montre qu’une valeur

relativement élevée (typiquement 0.9) est recommandée.

Les deux paramètres suivants sont intéressants, car ils concernent les deux canaux

de communication implémentés. Le premier, la persistance des spots de phéromone ρ, est

assez sensible ; une valeur élevée peut aisément piéger les fourmis dans des minima locaux.

Ici aussi, l’expérience suggère l’utilisation d’une faible valeur (typiquement 0.1) pour éviter

ce problème sur la plus grande partie des fonctions de test. Le second paramètre est le

nombre initial de messages µ, qui est spécifique au canal de communication direct. Il est

relativement critique et nécessite d’être accordé avec le nombre de fourmis, car il définit

des échanges d’individus à individus.

Après plusieurs essais empiriques sur le jeu de 13 fonctions tests, nous avons mis en

place une procédure pour régler automatiquement les paramètres afin que seuls deux

d’entre eux aient besoin d’être réglés manuellement. Les valeurs par défaut de ces deux
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paramètres sont ρ = 0.1 et σ = 0.9. Ces réglages représentent un compromis sur le jeu

de test utilisé et ne sont donc pas les meilleurs pour une fonction particulière. De plus,

nous avons décidé de mettre l’accent sur l’efficacité de l’algorithme (sa capacité à trou-

ver une valeur approximative de l’optimum global), plutôt que sur la rapidité (le nombre

d’évaluations nécessaires de la fonction objectif) ou la précision (la distance finale à l’op-

timum global). Les règles du réglage automatique sont principalement dépendantes du

nombre de dimensions du problème, celui-ci étant en effet souvent le plus gros générateur

de complexité.

Le nombre de fourmis est initialisé selon la relation 3.3 :

η = ηmax

(

1− e

(

−d
p

)

)

+ η0 (3.3)

en désignant par :

— d le nombre de dimensions de la fonction objectif,

— ηmax = 1000 le nombre maximum de fourmis,

— η0 = 5 le nombre minimal d’agents,

— p = 10 l’importance relative du nombre de fourmis,

— µ = (η · 2/3) le nombre initial de messages.

Ce procédé permet d’ajuster la taille de la population au problème.

En résumé, les deux paramètres sensibles sont ceux spécifiquement mis en jeu dans

les canaux de communication, et l’algorithme est généralement efficace quand il existe un

compromis entre ρ et µ. Le réglage automatique proposé permet un tel équilibre.

3.1.6 Résultats expérimentaux et discussion

3.1.6.1 Comportement émergent

Afin d’illustrer le comportement de CIAC, nous l’avons testé sur la fonction B2 (voir

détails de ce problème dans l’annexe A.2.2).

Les deux canaux jouent des rôles complémentaires. En effet, le canal direct tend à in-

duire une intensification, car il donne plus d’importance aux meilleurs points, sans prendre

en compte les régions précédemment rencontrées. Au contraire, le canal “piste” — avec

ses propriétés de mémoire — permet une diversification, en prenant en compte les points

déjà évalués. La figure 3.4 montre comment l’algorithme procède avec les deux canaux.

De façon générale, les fourmis se rassemblent autour de l’optimum global. Cependant,

certaines sont attirées pendant quelques itérations dans des optima locaux par des spots

résiduels, mais l’évaporation et le canal de communication direct les empêchent de rester

piégées dans ces régions.
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Fig. 3.4 – CIAC optimisant la fonction B2 avec deux canaux de communication, trois étapes sont
montrées : à la première itération, après 130 et 250 évaluations de la fonction objectif.
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1 2 3 4

Fig. 3.5 – CIAC optimisant la fonction B2 uniquement avec le canal “piste”, quatre étapes
consécutives sont montrées (après une centaine d’évaluations de la fonction objectif).

La mise en place d’une diversification par le canal “piste” est plus difficile à cerner. La

figure 3.5 montre CIAC n’utilisant que le canal “piste”, ces quatre étapes consécutives

sont prises après 101, 102, 103 et 104 évaluations de la fonction objectif. Ici, les fourmis

se déplacent autour d’un centre de gravité formé par l’optimum global, mais continuent

à explorer l’espace de recherche, attirées par des minima locaux.

Un aspect intéressant de l’algorithme est la façon dont les deux canaux fonctionnent

en synergie. En effet, sur la fonction B2, le canal direct parâıt le plus approprié, car il

permet à CIAC de converger plus rapidement (figure 3.6a). Mais comme nous allons le

voir dans la section 3.1.6.2, CIAC est alors piégé dans un minimum local. En observant

la variation de l’écart-type de l’algorithme utilisant les deux canaux de communication

(figure 3.6b), on peut constater qu’il existe des oscillations. Ce comportement signifie que

la population tend à s’agréger autour d’une valeur à un temps donné, puis elle tend à se

disperser. En d’autres termes, il y a alternance entre des courtes phases d’intensification

(faible écart-type) et de diversification (écart-type élevé).

Ce comportement de l’algorithme CIAC ne peut être observé que quand les deux

canaux sont utilisés ensemble (comme le montre la figure 3.7). En effet, avec un seul

canal, l’écart-type diminue et l’amplitude des oscillations est plus faible. L’écart-type

moyen (un indice de la dispersion) vaut pour les deux canaux σdeux = 1581, pour le canal

“piste” seul, σpiste = 1100 et pour le canal direct seul, σdirect = 911.

CIAC régule donc par lui-même la manière dont les canaux fonctionnent, jusqu’à ce

qu’un état stable soit trouvé. Nous appelons ce comportement un modèle émergent, car il

n’y a pas de contrôle centralisé du système, les fourmis interagissant localement sans accès

à une information globale sur le système. Autrement dit, l’apparition d’un modèle global

(ici, le comportement spécifique du système, lors de l’emploi des deux canaux) n’est pas

planifié à l’avance.
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3.1.6.2 Résultats

Nous avons d’abord testé l’algorithme CIAC sur un jeu de fonctions analytiques extrait

de la littérature. Puis, dans l’optique de comparer CIAC avec d’autres méthodes d’optimi-

sation continue (voir annexe A.1 pour la liste des algorithmes), nous avons choisi 13 fonc-

tions de test en partie présentes dans la littérature sur les algorithmes de colonies de four-

mis [Bilchev and Parmee, 1995, Mathur et al., 2000, Monmarché et al., 2000b], et en par-

tie dans des articles sur d’autres méthodes d’optimisation continue [Storn and Price, 1995,

Chelouah and Siarry, 2000a, Chelouah and Siarry, 2000b]. Ces problèmes de test sont én-

umérés dans l’annexe A.2, il s’agit indifféremment de problèmes de minimisation ou de

maximisation.

Pour éviter certains problèmes dus au choix de la population initiale, nous avons

effectué chaque test 100 fois, avec une initialisation du générateur de nombres pseudo-

aléatoires différente à chaque essai. Les nombres d’évaluations de la fonction objectif

(notés “evals”) et l’erreur moyenne (notée “err”) sont obtenus par un moyennage des

résultats sur tous les tests (les écarts-type sont donnés entre parenthèses). Un test est

considéré comme réussi (et donc comptabilisé dans le pourcentage de réussite, noté “%

ok”) si l’inégalité 3.4 est vérifiée :

|fα − f∗| < ε1 · f∗ + ε2 (3.4)

en désignant par :

— f∗ l’optimum global de la fonction objectif,

— fα l’optimum trouvé par l’algorithme,

— ε1 et ε2 des paramètres de précision : dans chaque test de ce chapitre, ε1 = ε2 =

10−4.

Nous avons tout d’abord testé les différentes versions de CIAC, avec un seul des deux

canaux ou les deux canaux conjugués. Les résultats pour les trois variantes sont rassemblés

dans le tableau 3.1.

On peut noter, en terme d’efficacité, que l’algorithme n’implémentant que le canal

direct ne peut pas trouver l’optimum global et est facilement piégé dans des optima lo-

caux. Au contraire, le canal “piste” permet d’éviter ce problème et mène à une meilleure

efficacité. La combinaison des deux canaux permet de trouver l’optimum global plus sou-

vent que lors de l’emploi d’un seul canal, mais cette amélioration a un coût, en terme de

nombre d’évaluations nécessaires.

Afin de comparer CIAC avec deux autres algorithmes de colonies de fourmis, nous

avons effectué des tests avec les mêmes problèmes de test que ceux utilisés dans les articles

correspondants [Monmarché et al., 2000b, Bilchev and Parmee, 1995]. Les résultats sont
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Tab. 3.1 – Comparaison des versions de CIAC, pour un ensemble de huit fonctions tests.

Direct Piste Deux

Fonction %ok evals err %ok evals err %ok evals err

SM 1 39735(104) 7.53(2.9) 100 39899(58) 1e-8(2e-8) 100 50050(76) 9e-10(1e-11)

B2 11 5868(5964) 1.95(2.01) 76 5964(51) 2e-3(3e-3) 100 11827 2e-8(1e-7)

R2 18 5794(50) 16.90(33.54) 88 5943(54) 4e-3(9e-3) 100 11797(129) 3e-3(3e-3)

R5 1 19594(192) 295(375) 75 19808(103) 1e-2(2e-2) 90 39546(289) 8e-3(7e-3)

GP 4 11561(30) 30(32) 54 11777(103) 1.63(2.59) 56 23391(48) 1.51(2.33)

Gr10 0 50000(29) 1.1(0.24) 5 50000(33) 0.62(0.14) 52 50121(49) 0.05(0.05)

MG 2 5826(45) 0.71(0.53) 12 5901(53) 0.72(0.74) 20 11751(61) 0.34(0.19)

S4,5 1 19458(86) -1.96(0.73) 48 19755(154) 3.38(2.74) 5 39311(294) 6.34(1.01)

Tab. 3.2 – Résultats de CIAC et de deux autres algorithmes de colonies de fourmis pour le domaine
continu.

CACO API CIAC

Fonction %ok evals err %ok evals err %ok evals err

R2 100 6842 0.00 [10000] 0.00 (0.00) 100 11797 3e-3(3e-3)

SM 100 22050 [10000] 0.00 (0.00) 100 50000 9e-10 (1e-11)

Gr5 [10000] 0.18 (0.04) 63 48402 0.01(9e-3)

Gr10 100 50000 0.0 52 50121 0.05(0.05)

GP 100 5330 56 23391 1.51 (2.33)

MG 100 1688 20 11751 0.34 (0.19)

St [6000] 0.0 94 28201 1.96(1.61)

Bf1
[200000] 544 0 50000 99521 (463)

Bf2
[200000] 877 0 50000 99635 (512)

Bf3
[200000] 54231 0 50000 99895 (86)

présentés dans le tableau 3.2. Les valeurs données entre crochets sont obtenues pour un

nombre fixé d’évaluations, sans qu’aucun critère d’arrêt supplémentaire ne soit donné. Les

cellules vides correspondent à des données manquantes dans la littérature.

En raison du manque d’informations dans la littérature, la comparaison ne peut être

complète, notamment concernant l’efficacité et la rapidité de API, non spécifiées dans

l’article correspondant, ainsi que certaines informations pour l’algorithme CACO. CIAC

est cependant moins bon que CACO dans la plupart des cas disponibles, mais semble aussi

performant que API. On peut noter que le nombre d’évaluations de CIAC est parfois plus

élevé que ceux de CACO ou d’API, probablement à cause d’une meilleure précision de

CIAC, et de l’importance donnée à l’efficacité dans nos tests. Les fonctions de Baluja sont

un cas particulier : en deux dimensions, leurs graphiques ne présentent aucun minimum
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Tab. 3.3 – Comparaison des résultats de CIAC et de trois algorithmes d’optimisation pour des
problèmes continus.

CGA ECTS DE CIAC

Fonction %ok evals err %ok evals err %ok evals %ok evals err

St 100 1300 94 28201 1.96(1.61)

Gr10 100 12804 52 50121 0.05(0.05)

SM 100 750 0.0002 100 338 3e-8 100 392 100 50000 9e-10(1e-11)

R2 100 960 0.004 100 480 0.02 100 615 100 11797 3e-3(3e-3)

R5 100 3990 0.15 100 2142 0.08 90 39546 8e-3(7e-3)

GP 100 410 0.001 100 231 2e-3 56 23391 1.51(2.33)

S4,5 76 610 0.14 75 825 0.01 5 39311 6.34(1.01)

local, mais un unique minimum global (voir figures A.2bcd de l’annexe A.3). Dans de tels

cas, un algorithme de descente pourrait être plus efficace.

Nous avons finalement testé CIAC sur des problèmes identiques à ceux utilisés pour

d’autres métaheuristiques (un algorithme génétique en variables continues : CGA

[Chelouah and Siarry, 2000a], une recherche avec tabous continue : ECTS

[Chelouah and Siarry, 2000b], une méthode évolutionnaire : DE [Storn and Price, 1995]).

Le tableau 3.3 montre les résultats correspondants. Pour la méthode DE, les valeurs d’er-

reur sont inconnues.

Pour toutes les fonctions de test, CIAC est loin d’atteindre la rapidité des autres

algorithmes et est plus mauvais en terme d’efficacité. Mais il atteint la plupart du temps

des précisions comparables (cf. tableau 3.3). Ces résultats montrent le coût en temps

inhérent aux algorithmes d’optimisation du type colonies de fourmis.

3.1.7 Conclusion

Nous avons montré que le concept d’hétérarchie pouvait être intéressant pour la

conception d’algorithmes de colonies de fourmis, particulièrement pour l’optimisation de

fonctions continues présentant de multiples optima locaux. Un tel concept biologique

n’avait pas été exploité jusqu’à présent pour la conception d’algorithmes d’optimisation,

plus centrés sur les processus stigmergiques. Nous avons proposé d’étendre la métaphore

des colonies de fourmis afin de prendre en compte la diversité des systèmes de communica-

tion utilisés par les insectes sociaux. CIAC est un algorithme hétérarchique implémentant

deux canaux de communication complémentaires. Il possède des propriétés intéressantes,

comme une auto-adaptation de l’influence relative des deux canaux.

Lors de la comparaison de CIAC avec d’autres algorithmes concurrents, nous avons

montré les défauts hérités du concept de colonie de fourmis. Le principal problème est
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le coût en terme de nombre d’évaluations de la fonction objectif et la mauvaise efficacité

relative. Mais CIAC hérite également des qualités d’un tel concept, comme l’auto-gestion

de son comportement global et sa flexibilité.

Dans sa forme actuelle, CIAC peut être utilisé pour une recherche globale des régions

prometteuses de l’espace de recherche, mais il devra être hybridé avec une recherche locale,

pour être plus rapide et précis dans la localisation des meilleures solutions.

Le fait que les colonies de fourmis ne soient pas aussi efficaces que des métaheuristiques

plus “classiques” sur des fonctions de test statiques classiques ne doit pas laisser penser que

cette métaphore n’est pas intéressante pour l’optimisation de problèmes continus. En effet,

en regardant de plus près les avantages et les inconvénients de la métaphore des colonies

de fourmis dans la littérature, nous pouvons conjecturer que ces algorithmes ont des

performances moyennes dans le cas statique, mais semblent plus adaptés à des problèmes

dynamiques, du fait de leur nature distribuée et adaptative [Bonabeau et al., 1999].

3.2 Hybridation avec un algorithme de recherche lo-

cale (HCIAC )

3.2.1 Introduction

Comme nous l’avons vu, l’algorithme CIAC est — comme le “Ant System” original —

moins compétitif dans le domaine de la recherche locale, mais efficace en recherche globale.

Pour diminuer l’impact de ces défauts, nous avons choisi de l’hybrider avec l’algorithme

du “simplexe” de Nelder-Mead [Nelder and Mead, 1965], la méthode hybride est appelée

“HCIAC ” pour “Hybrid Continuous Interacting Ant Colony” [Dréo and Siarry, 2003d,

Dréo and Siarry, 2004d].

Cette section comprend cinq sous-sections supplémentaires. Tout d’abord, les algo-

rithmes de base utilisés pour concevoir HCIAC sont présentés. La section suivante est

dédiée à la description détaillée de HCIAC. Le réglage de la méthode est ensuite étudié.

Puis l’on présente et discute les résultats expérimentaux. Enfin, nous concluons avec la

dernière section.

3.2.2 Algorithmes de base constitutifs de HCIAC

3.2.2.1 Algorithme de Nelder-Mead

Beaucoup d’algorithmes exploitant une population sont peu efficaces pour trouver ra-

pidement et précisément des optima locaux, bien qu’ils soient meilleurs pour localiser des

régions prometteuses. Les algorithmes de colonies de fourmis sont ainsi plus efficaces lors-
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qu’ils utilisent une recherche locale complémentaire. Cette technique est souvent utilisée

dans le domaine discret, pour rendre ces algorithmes compétitifs [Bonabeau et al., 1999].

L’algorithme de Nelder-Mead [Nelder and Mead, 1965] est une méthode simple et ef-

ficace de recherche locale, qui a l’avantage de ne pas être dépendante de la dérivée. Il

manipule en effet une petite population de points sous la forme d’un “simplexe” non

dégénéré. Un simplexe est une figure géométrique avec un volume non nul de n dimen-

sions, qui est une enveloppe convexe de n + 1 dimensions. La méthode de Nelder-Mead

conçiste à déformer ce simplexe de quatre manières différentes : réflexion (coefficient ρ),

expansion (γ), contraction (χ) et raccourcissement (δ) (voir figure 3.8). Les coefficients

suivent typiquement les conditions ci-dessous :

ρ > 0, χ > 1, χ > ρ, 0 < γ < 1, 0 < δ < 1

et sont généralement fixés avec les valeurs :

ρ = 1, χ = 2, γ =
1

2
, δ =

1

2

Les quatre types d’altérations sont conçus pour que le simplexe suive le gradient de la

fonction objectif (voir algorithme 3.1).

3.2.3 Algorithme HCIAC

3.2.3.1 Améliorations de CIAC

Nous avons relevé deux problèmes dus à la conception de CIAC et, pour chacun d’entre

eux, nous proposons une solution. La première idée consiste à utiliser moins de spots pour

structurer l’espace de recherche, afin d’accélérer l’algorithme ; la seconde amélioration

concerne l’utilisation de seuils de décision pour réguler le choix entre les deux canaux de

communication.

Dans cette section, nous discutons en détail ces améliorations ; la section 3.2.3.2 est

consacrée à l’hybridation de l’algorithme CIAC corrigé avec la recherche locale de Nelder-

Mead ; l’algorithme final HCIAC est décrit étape par étape dans la section finale.

Gestion des spots Dans l’algorithme CIAC, les spots sont utilisés pour décrire l’espace

de recherche comme une fonction des intérêts des régions. Chaque fourmi peut déposer

un spot et la fonction d’intérêt dépend plus du nombre de spots dans une région que de

la concentration de ces spots. Ainsi, pour certaines fonctions au paysage particulièrement

tourmenté, un nombre excessif de spots peut être déposé. Le problème dans ce cas est

l’utilisation excessive de la mémoire vive de l’ordinateur, nécessaire pour gérer les vecteurs
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utilisés, les temps de calcul peuvent être prohibitifs quand le nombre de variables de la

fonction objectif est élevé.

La solution que nous avons choisie consiste à replacer l’information d’intérêt dans la

concentration en phéromone et non plus dans la répartition spatiale des spots. Chaque

fourmi décidant de déposer un spot de phéromone peut alors renforcer un spot existant

plutôt qu’en déposer un nouveau. L’utilisation de la mémoire vive est ainsi limitée, le

nombre de vecteurs à gérer étant maintenu bas.

En pratique, le choix entre le dépôt d’un nouveau spot et le renforcement d’un spot

existant est fait selon un paramètre de “résolution”. Ici encore, dans l’idée de maintenir

une conception parallèle de l’algorithme, chaque fourmi possède son propre paramètre

de résolution, qu’on peut comparer à une “zone visible”. Le paramètre de résolution est

modifié dynamiquement selon l’environnement de la fourmi pendant ses déplacements.

Simplement, quand une fourmi termine une recherche locale et trouve finalement un spot

dans sa zone visible, elle le renforce et le paramètre de résolution est réduit à la distance

entre la fourmi et le spot visible le plus éloigné (voir figure 3.9).

�
��

�
��

�
��

�
��

Recherche locale

Spot renforce

Spot le plus lointain

Nouvelle zone visible

Zone visible precedente 

Fig. 3.9 – Gestion des spots et du paramètre de résolution : après une recherche locale, si la fourmi
trouve des spots, elle renforce le plus proche et sa zone visible est réduite à la distance du spot le
plus lointain.

Avec ce mécanisme, la zone visible de la fourmi est automatiquement ajustée pendant

le processus de recherche, selon la granularité de l’espace de recherche. Du point de vue du

système entier, c’est bien un paramètre de résolution, car il décrit la granularité locale de la

fonction objectif et décrôıt pendant la recherche. On peut comparer ce comportement avec

celui de la température du recuit simulé, mais avec l’avantage que la température décrôıt

ici automatiquement en fonction des informations locales recueillies à partir du paysage

de la fonction objectif (voir figure 3.10). Il faut noter que le comportement exponentiel

observé sur la figure b n’est pas explicitement codé, mais émerge du système.
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Fig. 3.10 – Décroissance du paramètre de résolution (a) pour deux fourmis, (b) avec 10 fourmis,
la dynamique globale exponentielle apparâıt.

Choix par seuils Dans des systèmes biologiques comme les colonies de fourmis, au-

cun choix n’est fait sur une logique binaire vrai/faux. En fait, le comportement est

généralement basé sur ce que les biologistes appellent une fonction de stimulus/réponse.

Ces fonctions décrivent comment des décisions — au niveau individuel — sont prises selon

une certaine probabilité, suivant un état interne et un stimulus. Une fonction de stimu-

lus/réponse est une équation simple qui donne la probabilité d’une décision p(s) selon un

stimulus s :

p(s) =
1

1 + e(−ρ·s+ρ·τ)

en désignant par ρ la puissance (la “douceur” du choix) et τ le seuil (voir figure 3.11a).

Par exemple, un individu perçoit une piste de phéromone (c’est ici le stimulus), disons

que cette piste a une concentration de s = 0.5 (dans une unité arbitraire, typiquement

située dans [0, 1]). Cet individu est relativement sensible aux phéromones, disons de τ =

0.3 (c’est l’état interne, le seuil). Avec ρ = 10, la probabilité pour la fourmi de laisser une

piste (la décision, dans notre exemple) est alors de p(s) = 0.88.
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Fig. 3.11 – Fonctions de stimulus/réponse : (a) choix progressif, (b) choix binaire.

L’intérêt de telles fonctions pour un algorithme d’optimisation est d’accrôıtre la flexi-

bilité, en apportant plus d’informations dans le système. Comme dans les systèmes bio-

logiques, si le but est de concevoir un algorithme générique, il est impossible de régler

précisément les paramètres, un compromis doit être trouvé pour maintenir un bon niveau

de performance. Mais avec des choix par seuils, une métaheuristique parallèle comme un

algorithme de colonies de fourmis peut éviter ce réglage délicat : une fourmi peut faire un

mouvement intéressant, là où une autre échouerait. On peut noter qu’avec cette technique

on remplace un paramètre par deux paramètres (τ et ρ), ce qui pourrait être considéré

comme une mauvaise solution au problème ; mais nous estimons que la réduction de la

difficulté dans le choix des paramètres pour les utilisateurs de la métaheuristique et le

gain de flexibilité, en combinaison avec un méta-réglage (voir section 3.2.4.1), justifient

ce choix.

3.2.3.2 Hybridation

Lier les deux algorithmes Deux versions de l’algorithme hybride ont été implémentées

(voir figure 3.12), suivant les relations possibles entre les deux méthodes : relation tempo-

relle (la recherche locale est lancée à intervalles réguliers, à partir de la meilleure solution)

ou relation spatiale (la recherche locale est lancée indépendamment par chaque fourmi).

Nous qualifierons la première de “simple”, car elle consiste simplement à améliorer la solu-

tion à un temps donné. La seconde hybridation permet, quant à elle, de maintenir l’aspect

décentralisé qui caractérise les algorithmes de colonies de fourmis. En effet, chaque agent

décide d’effectuer une recherche locale seulement sur la base des informations dont il dis-

pose, et non pas (comme dans le premier cas) sur la base de l’information portée par le

système dans son ensemble. On peut qualifier cette hybridation de “décentralisée”.
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Meilleure fourmi

Colonie de fourmis

Recherche locale

Hybridation simple Hybridation decentralisee

Fig. 3.12 – Deux hybridations possibles entre les deux méthodes.

L’hybridation simple est facile à implémenter et amène un comportement simple de

l’algorithme. Mais elle perd la structure parallèle de l’algorithme, car elle nécessite un

contrôle global déterminant la meilleure fourmi. De fait, l’hybridation décentralisée est

plus efficace, car elle prend en compte l’information recueillie lors de la recherche locale,

ne la considérant pas uniquement comme une manière d’améliorer un résultat final, mais

comme une manière de simplifier le paysage de la fonction objectif.

Motivation Partant de l’idée que l’hybridation décentralisée est plus intéressante pour

la préservation des propriétés des algorithmes de colonies de fourmis, nous devons décider

du moment du lancement de la recherche locale. Dans l’optique de maintenir l’architecture

parallèle de l’algorithme, la décision doit être prise par l’agent, en tenant compte d’infor-

mations locales. Un autre problème est d’éviter une périodicité simple de lancement de

la recherche locale, car elle ne se conformerait alors pas à l’information recueillie par les

fourmis. La recherche locale doit être utilisée par une fourmi seule, selon les informations

locales et uniquement lorsque cela est nécessaire.

Les règles que nous avons choisies sont fondées sur la notion de “motivation”, qui

décrit une probabilité de démarrage d’une recherche locale. Chaque fourmi possède un

“compteur interne”, utilisé comme un stimulus dans une fonction de choix par seuils,

pour décider si elle effectue une recherche locale ou envoie un message. La motivation

s’accrôıt légèrement quand la fourmi ne perçoit aucun spot, n’a pas de message en attente

et ne vient pas d’effectuer une recherche locale.
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Fig. 3.13 – Dynamique du paramètre de motivation pour une fourmi (le seuil est ici de 0.5).

La dynamique de la motivation est représentée sur la figure 3.13. On peut noter que

la recherche locale est lancée (quand la motivation retourne à 0) principalement quand la

motivation atteint 0.5, ce qui correspond au seuil de la fonction de stimulus/réponse. Mais

la recherche locale peut également être lancée avec une motivation de 0.1, conformément

au caractère probabiliste du processus de décision.

3.2.3.3 Algorithme final

L’algorithme HCIAC est détaillé sur la figure 3.14.
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Fig. 3.14 – L’algorithme HCIAC.

La première étape de l’algorithme consiste à placer aléatoirement η fourmis sur l’espace

de recherche, selon une distribution uniforme, et à initialiser tous leurs paramètres.

Les spots de phéromone s’évaporent alors, la valeur τj,t+1 de chaque spot j à l’instant

t + 1 étant calculée selon :

τj,t+1 = ρ · τj,t

où ρ désigne le paramètre de persistance.

À cette étape, une décision est prise, conformément à une fonction stimulus/réponse :

la fourmi choisit quel canal de communication elle va utiliser. Ici, deux paramètres de la

fonction de choix sont appelés χτ pour le seuil et χρ pour la puissance. Ces paramètres

sont indiqués pour la population entière, chaque fourmi i ayant ses propres paramètres

χi, initialisés à la première étape, selon une distribution normale Nχm,χd
.

Si la fourmi choisit le canal “piste”, elle cherche un spot dans sa zone visible πi (voir

section 3.2.3.1), qui est initialisée selon Nπm,πd
à la première étape. S’il existe des spots,
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elle se déplace vers le centre de gravité des spots visibles, sinon elle va à l’étape de décision

sur la motivation.

Au contraire, si la fourmi choisit le canal direct, elle inspecte sa pile de messages. Si

des messages sont présents, elle se déplace vers le point indiqué par le message et ajoute

alors un peu de bruit à son nouveau vecteur (i.e. elle se déplace aléatoirement dans sa

zone visible), sinon, elle va à l’étape de décision sur la motivation.

S’il n’y a aucun spot ni aucun message, la fourmi prend une décision fondée sur sa

motivation ω. Le choix est fait selon une fonction stimulus/réponse, le seuil ωρ et la

puissance ωτ sont initialisés à la première étape pour la population. Le stimulus ωi est

mis à zéro à la première étape.

Le premier choix mène au canal direct, et donc à la gestion des messages. À cette

étape, une autre décision est prise selon une fonction de stimulus/réponse ayant les mêmes

paramètres qu’à l’étape précédente, sauf que le stimulus est (1− ωi). Si le choix est fait de

gérer les messages, un message est envoyé à une fourmi choisie au hasard et la motivation

est augmentée d’une petite quantité ωδ. Si le second choix est d’ignorer les messages, la

fourmi se déplace alors aléatoirement.

Si la décision sur motivation est de prendre en compte la recherche locale, une recherche

de Nelder-Mead est lancée avec la position de la fourmi comme point de départ et le rayon

de la zone visible comme longueur de l’étape initiale, la recherche locale est limitée à ν

évaluations de la fonction objectif. Après cette recherche locale, la fourmi recherche des

spots visibles. S’il y a un spot, elle le renforce selon :

τj,t+1 = τj,t +
τj,t
2

et le rayon de la zone visible est réduit à la distance du spot visible le plus lointain. Sinon,

s’il n’y a aucun spot, la fourmi en dépose un nouveau, avec une concentration égale à la

valeur de la fonction objectif en ce point. Après le canal “piste”, la motivation est remise

à zéro.

La dernière étape possible consiste à effectuer un mouvement aléatoire dans la zone vi-

sible. L’algorithme s’arrête s’il ne peut trouver de meilleur optimum pendant θ évaluations

de la fonction objectif.

3.2.4 Réglage de HCIAC

3.2.4.1 Méta-réglage

Le réglage des paramètres est toujours une étape délicate dans la conception d’une

métaheuristique. De fait, il s’agit d’un problème d’optimisation, la qualité des perfor-
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mances de l’algorithme forme la fonction objectif et les variables du problème sont les

paramètres de la métaheuristique [Grefenstette, 1986].

La fonction objectif est difficile à décrire, car il est difficile de qualifier les perfor-

mances d’un algorithme d’optimisation. Un point de vue intéressant peut être amené si l’on

considère les principaux aspects de la programmation à mémoire adaptative, développés

dans la section 2.2. En effet, deux aspects sont notamment mis en avant quant à la

conception de métaheuristiques : l’intensification et la diversification. Or, ces concepts

recouvrent ce qui est le plus souvent demandé à une métaheuristique : respectivement

être rapide (effectuer l’optimisation avec un minimum d’appels à la fonction objectif) et

précise (trouver l’optimum global avec une erreur minimale). Ces objectifs sont contra-

dictoires, un algorithme rapide aura tendance à être peu précis, et inversement ; il s’agit

donc ici d’un problème d’optimisation biobjectif.

Complexité Cette idée nous a conduit à considérer le réglage des paramètres comme un

problème d’optimisation biobjectif. Nous soutenons qu’il existe une perte de complexité,

de telle sorte qu’optimiser un algorithme d’optimisation n’est pas un raisonnement sans

fin. En effet, régler une métaheuristique se fait généralement de façon plus ou moins em-

pirique, celle-ci utilisant rarement plus de dix paramètres sensibles, le problème d’optimi-

sation correspondant n’est pas un problème très complexe. De plus, les métaheuristiques

étant a priori conçues pour optimiser une grande variété de problèmes différents sans

modifications, le réglage peut être effectué une fois pour toutes par le concepteur.

Optimisation biobjectif Pour nos tests sur le méta-réglage, nous avons utilisé deux

algorithmes biobjectifs différents :

— MOGA, un algorithme génétique multiobjectif [Fonseca and Fleming, 1993], avec

les paramètres utilisés dans [Collette, 2002].

— Tribes, un algorithme d’optimisation par essaim particulaire très simple [Clerc, 2004].

Le front de Pareto isolé par l’algorithme biobjectif dessine les optima dans l’espace des

fonctions objectifs. Il traduit les compromis possibles entre les deux objectifs.

Indice i/d En outre, le front de Pareto permet de réduire le problème du réglage d’un

grand nombre de paramètres à un réglage d’un seul paramètre, que nous appelerons indice

d’intensification/diversification (indice i/d). En effet, avec la répétition des optimisations

biobjectives, il est possible d’isoler un ensemble de fronts de Pareto tenant compte du bruit

de la fonction objectif (les métaheuristiques étant généralement stochastiques). Le nuage

de points ainsi formé peut — sous certaines conditions — être approché par un polynôme

qui permettra de choisir des points régulièrement répartis sur l’espace de recherche. Ces
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points, associés à un indice, par exemple sur une échelle de 10, dessinent une transition

d’un comportement d’intensification vers un comportement de diversification.

Nous utiliserons les notations suivantes pour les fonctions objectifs utilisées : Fi la

rapidité (intensification) et Fd la précision (diversification).

L’indice i/d est considéré comme étant utilisable pour la plupart des problèmes d’op-

timisation classique. Mais si un utilisateur doit gérer des problèmes plus spécifiques, il

est alors nécessaire de lancer à nouveau un méta-réglage, en incluant les contraintes du

problème dans la fonction biobjectif.

Étude de comportement Le front de Pareto est un bon indicateur du comportement

de l’algorithme. Ainsi, son étude dans l’espace des paramètres permet de comprendre leur

impact sur l’optimisation.

3.2.4.2 Réglage de HCIAC
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Fig. 3.15 – Superposition de 20 fronts de Pareto pour les paramètres de HCIAC, dans l’espace des
objectifs (la vitesse est exprimée en nombre d’évaluations).

Comme le montre la figure 3.15, le front de Pareto est bien approché (R2 = 0.95) par

la fonction exponentielle :

Fi =
2 · 104

e(23·Fd)
+ 105 · 102

Pour permettre un réglage simple des paramètres, nous avons choisi des points sur le

front de Pareto régulièrement répartis sur la fonction exponentielle, afin de définir l’indice
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d’intensification/diversification. Par la suite, nous utiliserons la notation Pi pour désigner

le point d’indice i sur l’indice i/d. Chaque point Pi est donc associé aux valeurs des

paramètres correspondants, comme le montre le tableau 3.4. Les valeurs des paramètres

ont été arrondies pour faciliter la lecture.

Tab. 3.4 – Indice d’intensification/diversification pour les paramètres de HCIAC.

Pi 1 2 3 4 5 6 7 8 9 10

Fi 1.9e-5 1e-4 5e-3 5e-3 0.16 0.2 0.7 1.3 1.8 4

Fd 44000 33800 20000 19000 14000 13200 11000 10500 10500 10000

ν 950 930 910 890 500 400 400 340 264 17

η 950 360 100 100 150 80 150 45 12 12

Comme le montre la figure 3.15, le front de Pareto forme un angle aigu, il existe donc

un compromis satisfaisant entre les deux objectifs. Un bon choix pour la plupart des

problèmes serait donc un indice i/d compris entre 4 et 7.

Nous n’avons pas reporté ici l’ensemble des paramètres, car seuls le nombre maximal

d’évaluations par la recherche locale (ν) et le nombre de fourmis (η) sont significatifs :

ils possèdent une forte variance sur l’ensemble du front de Pareto. Les autres paramètres

possèdent uniquement une faible influence sur les performances de l’algorithme (faible

variance), comparativement à ν et η. Nous avons constaté que les mêmes valeurs se re-

trouvent approximativement sur le front de Pareto et sont donc adaptées à être initialisées

par défaut : ρ = 0.5, χm = 0.5, χd = 0.2, πm = 0.8, πd = 0.5, ωδ = 0.1, χτ = ωτ = 0.5,

χρ = ωρ = 10.

Pour le reste de ce travail, nous utiliserons uniquement une valeur de l’indice i/d pour

effectuer les comparaisons avec les algorithmes concurrents. La raison de ce choix est que

les résultats présentés dans la littérature le sont uniquement pour un jeu de paramètres.

Afin de travailler dans les mêmes conditions, nous avons choisi l’indice P4 (cf. tableau 3.4)

qui permet un compromis souvent observé dans les tests sur des problèmes continus : une

importance plus grande est donnée à la précision qu’à la rapidité.

Finalement, un des paramètres les plus sensibles est θ, la sensibilité du critère d’arrêt.

Ce dernier n’est pas considéré ici comme un paramètre de HCIAC, car il est fortement

dépendant du problème d’optimisation. Nous avons donc choisi de le figer et de ne pas le

prendre en compte dans le méta-réglage, la valeur choisie empiriquement est de θ = 10000.
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3.2.5 Résultats expérimentaux et discussion

3.2.5.1 Comportement de HCIAC

Afin d’illustrer le comportement de HCIAC, nous l’avons d’abord testé sur la fonction

B2 (définie dans l’annexe A.2.2).

Nous avons utilisé uniquement 10 fourmis, afin de rendre les figures plus lisibles, tous

les paramètres sont initialisés avec les valeurs décrites précédemment.
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Fig. 3.16 – L’algorithme HCIAC optimisant la fonction B2. (a) positions x et y des 10 fourmis à
différentes étapes de l’optimisation, (b) valeurs de la fonction objectif trouvées par 3 fourmis durant
les 50 premières évaluations.

La figure 3.16 montre que la dynamique globale de l’algorithme consiste en une conver-

gence vers l’optimum global. En effet, la recherche locale permet aux fourmis de progresser

rapidement vers les optima locaux. Le canal direct permet de forcer les fourmis à sortir

des optima locaux, en combinaison avec le canal “piste” qui élabore une description de

l’espace de recherche. Comme nous l’avons décrit dans [Dréo and Siarry, 2004c], les deux

canaux travaillent ensemble pour adapter le comportement de l’algorithme à la fonction

objectif. En effet, avec l’utilisation conjointe des deux canaux apparâıt une oscillation de

la déviation de l’écart-type des valeurs de la fonction objectif trouvées par les fourmis. Ce

phénomène est toujours présent dans HCIAC, comme indiqué par la figure 3.17.
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Fig. 3.17 – L’algorithme HCIAC optimisant la fonction B2. (a) moyenne des valeurs de la fonction,
(b) écart-type des même valeurs.

3.2.5.2 Résultats

Nous avons testé l’algorithme HCIAC sur un jeu de fonctions analytiques trouvé

dans la littérature. Afin de comparer HCIAC avec d’autres métaheuristiques d’opti-

misation continue, nous avons choisi un jeu de 13 fonctions, en partie dans des ar-

ticles traitant des algorithmes continus de colonies de fourmis [Bilchev and Parmee, 1995,

Mathur et al., 2000, Monmarché et al., 2000b] et en partie dans la littérature concernant

l’optimisation continue [Storn and Price, 1995], [Chelouah and Siarry, 2000a]

[Chelouah and Siarry, 2000b].

Pour éviter les problèmes dus au choix de la population initiale, nous avons lancé

chaque test 100 fois, avec une initialisation différente du générateur aléatoire à chaque

test. Le nombre d’évaluations de la fonction objectif (“evals”) et l’erreur moyenne (“err”)

sont obtenus à travers un moyennage des résultats sur tous les tests (les écart-types sont

donnés entre parenthèses). Un test est considéré comme étant réussi (contribuant ainsi au

“%ok”) si la condition suivante est vérifiée :

|fα − f∗| < ε1 · f∗ + ε2 (3.5)

en désignant par :

f∗ l’optimum global de la fonction objectif ;

fα l’optimum trouvé par l’algorithme ;

ε1 et ε2 des paramètres de précision : dans tous les tests de cette section, ε1 = ε2 =

10−4.

Afin de comparer HCIAC avec deux algorithmes de colonies de fourmis continus, nous

avons effectué plusieurs tests avec les mêmes fonctions que celles utilisées dans les articles
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correspondants. Les résultats sont présentés dans le tableau 4.4. Les valeurs données entre

crochets décrivent des tests où le nombre maximum d’itérations est fixé, sans aucun autre

critère d’arrêt, une cellule vide indique qu’aucune valeur n’est accessible dans la littérature

[Monmarché et al., 2000b, Bilchev and Parmee, 1995].

Tab. 3.5 – Résultats de HCIAC et d’algorithmes de colonies de fourmis concurrents.

CACO API

Fonction % ok evals err % ok evals err

R2 100 6842 0.00 [10000] 0.00 (0.00)

SM 100 22050 [10000] 0.00 (0.00)

Gr5 [10000] 0.18 (0.04)

Gr10 100 50000 0.0

GP 100 5330

MG 100 1688

St [6000] 0.0

Bf1 [200000] 99456

Bf2 [200000] 99123

Bf3 [200000] 45769

CIAC HCIAC

Fonction % ok evals err % ok evals err

R2 100 11797 3e-3(3e-3) 100 18747(6697) 1e-8(4e-9)

SM 100 50000 9e-10(1e-11) 100 18616(6715) 5e-8(1e-8)

Gr5 63 48402 0.01(9e-3) 75 10870(1347) 1e-4(2e-4)

Gr10 52 50121 0.05(0.05) 18 23206(13132) 1e-3(4e-4)

GP 56 23391 1.51(2.33) 100 34533(4086) 0(0)

MG 20 11751 0.34(0.19) 100 24596(11413) 4e-9(4e-9)

St 94 28201 1.96(1.61) 100 10726(219) 0(0)

Bf1 0 50000 99521(463) 0 20388(7466) 9999(3e-3)

Bf2 0 50000 99635(512) 0 18734(6902) 9999(2e-3)

Bf3 0 50000 99895(86) 0 19685(6863) 9999(1e-3)

HCIAC est meilleur que CIAC pour la plupart des fonctions tests, sauf pour les

fonctions Baluja et la fonction Gr10. Concernant les autres algorithmes de colonies de

fourmis, nous pouvons observer que la rapidité de HCIAC tend à être similaire, mais

du fait du manque de données dans la littérature, la comparaison s’avère difficile. En

résumé, comparativement aux autres algorithmes de colonies de fourmis, HCIAC effectue

une optimisation précise et efficace, mais nécessite un grand nombre d’évaluations.

Nous avons enfin comparé HCIAC avec d’autres métaheuristiques d’optimisation conti-

nue, les résultats sont présentés dans le tableau 4.5.
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Tab. 3.6 – Résultats de HCIAC et de quatre métaheuristiques d’optimisation continue concurrentes.

CGA ECTS DE

Fonction % ok evals err % ok evals err % ok evals err

St 100 1300

Gr10 100 12804

SM 100 750 0.0002 100 338 3e-8 100 392

R2 100 960 0.004 100 480 100 615

R5 100 3990 0.15 100 2142 0.08

GP 100 410 0.001 100 231 2e-3

S4,5 76 610 0.14 75 825 0.01

CIAC HCIAC

Fonction % ok evals err % ok evals err

St 94 8201 1.96(1.61) 100 726(219) 0(0)

Gr10 52 50121 0.05(0.05) 18 23206(13132) 1e-3(4e-4)

SM 100 50000 9e-10(1e-11) 100 18616(6715) 5e-8(1e-8)

R2 100 11797 3e-3(3e-3) 100 18747(6697) 1e-8(4e-9)

R5 90 39546 8e-3(7e-3) 100 19469(6606) 6e-8(2e-8)

GP 56 23391 1.51(2.33) 100 34533(4086) 0(0)

S4,5 5 39311 6.34(1.01) 100 17761(5976) 0(0)

Nous pouvons constater que, si HCIAC ne concurrence pas les autres algorithmes en

terme de rapidité, il surpasse CIAC en vitesse et efficacité. De plus, HCIAC surpasse les

autres algorithmes en ce qui concerne la précision et l’efficacité (excepté pour les fonctions

Griewangk, qui paraissent réellement difficiles pour HCIAC ).

3.2.6 Conclusion

Nous avons proposé un algorithme (algorithme de colonies de fourmis interagissantes1)

hybridé avec une recherche locale, pour améliorer ses performances. Nous avons montré

que le nouvel algorithme HCIAC est meilleur que CIAC, particulièrement en termes de

précision et d’efficacité.

En comparant HCIAC avec des algorithmes concurrents, nous avons montré le grand

nombre d’évaluations nécessaires, hérité du concept d’algorithme de colonies de fourmis

et de l’utilisation d’un critère d’arrêt moins sensible dans nos tests. Mais nous avons

également montré l’efficacité et la précision de l’algorithme. Si un problème test deman-

dait une plus grande vitesse, nous recommanderions l’utilisation de l’indice de diversifica-

tion/intensification. En effet, c’est un bon outil pour adapter la méthode à un problème

1 Hybrid Continuous Interacting Ant Colony, HCIAC
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donné. Un utilisateur devant adapter l’algorithme à son problème pourrait tout simple-

ment décider s’il veut un algorithme rapide ou précis. HCIAC hérite également des qualités

du concept de colonies de fourmis, comme l’auto-gestion et la flexibilité.

3.3 Élaboration d’un algorithme pour l’optimisation

dynamique (DHCIAC )

3.3.1 Introduction

Récemment, l’optimisation de problèmes dynamiques a suscité l’intérêt des chercheurs

de domaines variés, permettant ainsi le développement de plusieurs algorithmes de plus en

plus puissants. Contrairement à l’optimisation statique, où l’objectif final est de trouver

l’optimum global, le but de l’optimisation dynamique est de trouver et de suivre l’évolution

d’un optimum global, pendant tout le temps de l’optimisation.

L’optimisation dynamique a récemment été étudiée sous le nom “d’optimisation temps

réel” (Real Time Optimization, RTO), principalement dans le champ de l’optimisation

basée sur des modèles en temps réel d’usine chimique [Xiong and Jutan, 2003]

[Yip and Marlin, 2003a] [Yip and Marlin, 2003b]. Elle a également été étudiée sur des

“problèmes non-stationnaires” [Morrison and De Jong, 1999] [Branke, 2001] ou des “envi-

ronnements dynamiques” [Cobb and Grefenstette, 1993] [Carlisle, 2002]

[Ourique et al., 2002]. Il existe plusieurs domaines d’étude sur l’optimisation dynamique.

Notre but est de nous concentrer sur l’utilisation de métaheuristiques pour l’optimisa-

tion de problèmes difficiles, continus et dynamiques. Peu de métaheuristiques ont été

adaptées sur de tels problèmes, principalement des algorithmes génétiques [Branke, 2001]

et des méthodes d’optimisation par essaims particulaires [Ourique et al., 2002]. Les algo-

rithmes de colonies de fourmis ont été employés sur des problèmes dynamiques discrets

[Schoonderwoerd et al., 1996, Di Caro and Dorigo, 1998a, Di Caro and Dorigo, 1998b], mais

pas sur des problèmes continus. Enfin, un algorithme de recherche locale a été conçu pour

de tels problèmes [Xiong and Jutan, 2003].

Nous proposons dans cette section un nouvel algorithme inspiré du comportement

des colonies de fourmis. La méthode, appelée “Dynamic Hybrid Continuous Interacting

Ant Colony” (DHCIAC ), utilise une population d’agents, s’articule autour des notions

d’hétérarchie et de canaux de communication [Dréo and Siarry, 2004c] et utilise un al-

gorithme de recherche locale de Nelder-Mead [Dréo and Siarry, 2003d]. Deux versions

de l’algorithme sont proposées, utilisant deux approches différentes pour optimiser des

problèmes dynamiques. La méthode est testée sur un nouveau jeu de test dynamique,
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que nous avons construit en tentant de couvrir un large panel de problèmes dynamiques

différents [Dréo and Siarry, 2004b].

Cette section comprend cinq parties supplémentaires. Dans la section 3.3.2 nous déc-

rivons les fonctions continues dynamiques que nous avons utilisées pour tester l’algo-

rithme. Dans la section suivante, nous présentons l’algorithme DHCIAC. Le réglage des

paramètres est étudié ensuite. Les résultats expérimentaux sont discutés dans la section

3.3.3.3 ; enfin la conclusion forme la dernière section.

3.3.2 Élaboration d’un jeu de fonctions de test

Le choix d’une méthode efficace pour comparer des algorithmes d’optimisation dy-

namique est quelque peu difficile. En effet, le domaine ne dispose actuellement pas d’un

jeu de fonctions de test complet et exhaustif, pouvant être employé pour comparer les

performances des méthodes. Un des objectifs de ce travail est de proposer un tel jeu de

fonctions de test, pouvant être utilisé comme outil de comparaison.

Nous pouvons différencier deux composants principaux d’un problème d’optimisation

dynamique : le premier est la structure de la fonction objectif et le second, l’évolution

de cette structure. Par la suite, nous appelerons le premier composant la fonction de

structure, et le second la fonction de temps. Un problème d’optimisation dynamique peut

donc s’écrire :

D (x, t) = S (x, T (t))

en désignant par S la fonction de structure et T la fonction de temps. La relation entre

S et T (i.e. ce qui change) est appelée la “cible de la variation”.

3.3.2.1 Fonctions de structure

Les fonctions de structure utilisées sont des fonctions analytiques classiquement uti-

lisées en optimisation. Afin de concevoir un jeu cohérent de fonctions de test, nous

avons choisi de déterminer quelles caractéristiques sont les plus importantes. Nous avons

déterminé douze caractéristiques pouvant être utilisées :

— continuité,

— convexité,

— symétrie de l’espace de recherche,

— symétrie de la fonction elle même,

— nature quadratique (i.e. utilisation d’une fonction polynomiale du second degré

dans un problème),

— modalité (i.e. présence d’un ou plusieurs optima),

— périodicité,
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— nombre d’optima locaux,

— nombre de dimensions,

— contraintes,

— position de l’optimum,

— aspect du bassin d’attraction des optima.

3.3.2.2 Cible de la variation

Les cibles de variations peuvent être classées dans plusieurs catégories :

— les variations de la fonction entière,

— les variations de l’optimum seul (ou de l’optimum et du bassin d’attraction),

— les variations de la fonction entière, sauf de l’optimum (l’optimum étant donc la

seule partie à ne pas subir de variation).

Chaque cible peut changer en position (les coordonnées se déplacent dans l’espace de

recherche) ou en valeur (la valeur de la fonction objectif varie). De plus, il existe des

variations plus complexes :

— variation du nombre de dimensions,

— variation des contraintes,

— changement de phase (la cible effectue une rotation autour d’un axe),

— changement de la structure entière (la fonction objectif change radicalement, par

exemple passant d’une structure convexe à une structure concave).

3.3.2.3 Fonctions de temps

La fonction de temps peut être linéaire (provoquant une évolution infinie du problème),

périodique (le problème oscille d’un état à l’autre) ou plus généralement non-linéaire.

Un aspect important à gérer dans la fonction de temps est la vitesse relative. En ef-

fet, dans des applications temps-réel, nous devons considérer la vitesse de variation du

problème relativement à la vitesse de l’algorithme. Nous avons donc trois fonctions de

temps : lente, rapide et pseudo-discrète. Une fonction lente entrâıne de petites varia-

tions entre deux appels (i.e. le modèle de la variation peut être trouvé). Une fonction de

temps rapide entrâıne de grandes variations entre deux appels, mais le modèle sous-jacent

peut toujours être trouvé, bien que difficilement. Dans une fonction de temps pseudo-

discrète, les variations sont si rapides que le problème apparâıt comme différent entre

deux itérations. Afin de déterminer quand la vitesse relative est lente ou rapide, nous

utilisons la notion de tour d’optimisation. La longueur d’un tour est définie comme le

nombre d’évaluations possibles entre deux variations. Par exemple, un tour de longueur

10 nécessitera dix évaluations de la fonction objectif.
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Dans nos tests, un tour de 20 évaluations est considéré comme lent, et un tour de 1

évaluation comme rapide.

3.3.2.4 Jeu de test

Nous avons élaboré dix problèmes de test couvrant différents aspects de l’optimisation

dynamique. Le jeu de test complet utilisé dans cette section est présenté dans l’annexe

A.4. L’algorithme est ici testé sur chaque fonction, aux trois vitesses relatives, pour un

total de trente problèmes d’optimisation différents.

3.3.3 L’algorithme DHCIAC

L’algorithme DHCIAC est fondé sur l’algorithme hybride statique HCIAC .

3.3.3.1 Principe

L’algorithme HCIAC peut être adapté à des problèmes dynamiques, grâce à sa nature

flexible. En effet, HCIAC tire avantage du concept d’algorithme hétérarchique, notam-

ment des canaux de communication pouvant être utilisés pour diffuser rapidement des

informations sur les variations de la fonction objectif. De plus, HCIAC met en jeu une

recherche locale, pouvant facilement être adaptée aux fonctions dynamiques.

Deux versions différentes de l’algorithme DHCIAC ont été développées : DHCIACfind

et DHCIACtrack. En effet, il existe deux stratégies différentes pour trouver un optimum,

lors de l’optimisation d’un problème dynamique [Berro, 2001] :

— trouver l’optimum très rapidement, dès que les changements apparaissent (stratégie

“find”),

— suivre l’évolution d’un optimum (stratégie “track”).

DHCIAC peut utiliser ces deux stratégies en adaptant la partie recherche locale de l’algo-

rithme. La version DHCIACfind utilise une recherche de Nelder-Mead classique, alors que

DHCIACtrack utilise une version modifiée de cet algorithme [Xiong and Jutan, 2003], qui

présente alors la particularité de n’employer que l’étape de réflexion.

DHCIAC find L’algorithme DHCIACfind possède peu de différences avec l’algorithme

HCIAC, la stratégie “find” étant proche de celle employée pour les problèmes statiques.

Les modifications visent simplement à modifier le comportement de convergence, et à

améliorer la vitesse de l’algorithme.

Variations de la zone visible La zone visible permet à HCIAC de se focaliser sur

la recherche de zones d’intérêt. Dans HCIAC, quand la zone visible d’une fourmi change, sa
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taille prend la valeur de la distance au spot visible le plus lointain. Dans DHCIACfind, la

taille de la zone visible est égale à la distance du spot qui permet le plus petit changement

de ce paramètre.

DHCIAC track La principale différence avec l’algorithme HCIAC est que, dans

DHCIACtrack, la recherche locale n’est pas un algorithme de Nelder-Mead classique,

mais un nouveau “simplexe dynamique” [Xiong and Jutan, 2003].

Simplexe dynamique Cet algorithme possède deux différences principales avec la

recherche de Nelder-Mead standard. Tout d’abord, il utilise uniquement la réflexion, afin

de garder une taille fixe, empêchant ainsi le simplexe de se bloquer avant d’avoir pu suivre

l’optimum. Ensuite, il observe uniquement le meilleur point, à la recherche d’une variation.

La méthode complète est présentée sur l’algorithme 3.2.

Taille initiale du simplexe Un paramètre crucial dans l’algorithme de recherche lo-

cale est la taille du simplexe, puisqu’il ne doit idéalement pas changer [Xiong and Jutan, 2003].

Dans DHCIAC, chaque fourmi peut lancer une recherche locale à chaque instant, selon sa

“motivation”. La taille du simplexe est donc initialisée à la taille de la zone visible par la

fourmi.

Variations de la zone visible Dans DHCIACtrack, nous utilisons le même mé-

canisme que dans DHCIACfind pour initialiser les tailles des zones visibles.

3.3.3.2 Réglage de DHCIAC

Le réglage des paramètres est un problème délicat, particulièrement lorsque différentes

métaheuristiques sont utilisées. Le concept de programmation à mémoire adaptative,

décrit plus haut, souligne deux principaux composants dans les métaheuristiques : l’in-

tensification et la diversification. Ces principes aident à régler les deux versions de la

méthode DHCIAC. En effet DHCIACfind vise à chercher un nouvel optimum venant

d’apparâıtre, nécessitant ainsi un comportement plus axé sur la diversification. À l’in-

verse, DHCIACtrack tente de suivre un optimum en évolution, nécessitant donc plutôt

un comportement d’intensification.

Dans l’algorithme HCIAC, seuls deux paramètres ont un rôle réellement significatif :

le nombre maximal d’évaluations pour la recherche locale (ν) et le nombre de fourmis

(η). Nous avons observé qu’il était possible de choisir un réglage correspondant à un com-

promis entre un comportement d’intensification et de diversification, en réglant ces deux

paramètres (voir section 3.2.4). Dans le tableau 3.7, nous présentons différentes valeurs
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pour ν et η suivant un indice Pi, qui représente un compromis entre une intensification

maximale (Pi = 1) et une plus grande diversification (Pi = 10).

Tab. 3.7 – Réglages des paramètres ν et η permettant un compromis intensification/diversification
satisfaisant pour l’algorithme HCIAC, sur le problème O(P+V)P (voir annexe A.4.6).

Pi 1 2 3 4 5 6 7 8 9 10

ν 95 93 90 90 50 40 40 34 25 15

η 95 35 10 10 15 8 15 5 3 3

La version “track” Comme DHCIACtrack est conçu autour de la notion d’intensifi-

cation, nous avons décidé d’utiliser les paramètres associés à Pi = 3 : ν = 90 et η = 10.

La version “find” DCHIACfind a un comportement orienté vers la diversification,

nous avons donc choisi d’employer les paramètres associés à Pi = 7 : ν = 40 et η = 15.

Taux d’évaporation élevé Avec DHCIACtrack, il est nécessaire d’éviter d’être

piégé dans des optima locaux. Il ne faut donc pas utiliser un taux d’évaporation bas

(visant à mémoriser la position des zones d’intérêt) mais un taux d’évaporation élevé,

permettant de mettre l’accent sur le suivi d’un optimum, plutôt que sur la recherche d’un

nouvel optimum. La persistance est donc fixée à ρ = 0.1.

Taille initiale des zones visibles Un point particulier concernant la recherche

locale utilisée dans DHCIACtrack est la “longueur du simplexe”. Afin de régler ce pa-

ramètre conformément à la “granularité” de la fonction objectif (i.e. la distance moyenne

entre deux optima locaux), la taille du simplexe est réglée en fonction de la taille de

la zone visible d’une fourmi. Il est donc nécessaire d’initialiser les paramètres de la dis-

tribution ℵπm,πd
. Si la granularité est inconnue, la moyenne et l’écart-type sont fixés :

πm = πd = S
n√η

, en désignant par S la taille de l’espace de recherche (sur la plus petite

dimension) et n le nombre de dimensions.

3.3.3.3 Résultats expérimentaux et discussion

Nous avons testé DHCIAC sur le jeu de test proposé. Pour éviter d’éventuels problèmes

dus au choix d’une population initiale, nous avons effectué chaque test 100 fois avec, à

chaque fois, une initialisation différente du générateur de nombres aléatoires. Afin de tester

l’efficacité de l’algorithme, nous avons mesuré la distance moyenne à l’optimum global du

meilleur point trouvé, et ce, pendant une session d’optimisation (fixée à un maximum de
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100 évaluations dans nos tests). Quelques résultats sont présentés sur le tableau 3.8, les

problèmes rapides y sont présentés en italique et les meilleures valeurs en gras.

Tab. 3.8 – Moyenne et écart-type de l’erreur pour les deux versions de DHCIAC optimisant différents
problèmes. Les noms des problèmes sont abrégés selon la notation suivante : la première et la deuxième
lettre indiquent la cible (O : optimum, P :position, V :valeur, A :toute la fonction, D : dimension),
la troisième lettre indique la fonction de temps (L :linéaire, P :périodique) et la dernière lettre donne
la vitesse de variation (S :lente, F :rapide). Les valeurs présentées sont les moyennes sur 100 tests
différents.

track find
Problème moyenne écart-type moyenne écart-type

OPLF 0.56 0.33 0.86 0.65
OPLS 0.48 0.32 0.79 0.59
APLF 18.0 9.1 19.9 17.1
APLS 17.3 7.2 19.7 15.6
OVPF 8.1 6.2 5.0 4.7
OVPS 7.7 5.1 4.3 3.9
AVPF 17.1 11.1 9.5 8.2
AVPS 15.6 9.8 8.9 7.7
ADLS 10.1 17.3 7.9 12.1

O(P+V)PS 11.2 8.6 10.9 9.1

La première observation que nous pouvons faire est que DHCIAC obtient de meilleures

performances sur des problèmes lents. De plus, DHCIACtrack est meilleur que

DHCIACfind si l’on considère des problèmes rapides. Pour les problèmes possédant

une cible de type “position”, la version track permet une plus faible erreur moyenne,

alors qu’elle rencontre des difficultés avec des problèmes fondés sur une cible “valeur”.

Au contraire, la version find atteint de meilleurs résultats sur des problèmes fondés sur

la valeur que sur ceux fondés sur la position. Les problèmes mettant en jeu des variations

du nombre de dimensions en valeur et position paraissent difficiles à optimiser pour les

deux algorithmes.

La difficulté de DHCIAC sur des problèmes rapides peut facilement être comprise,

car, en tant qu’algorithme à population, il nécessite un certain nombre d’évaluations

pour effectuer une optimisation correcte. Pour des problèmes rapides, cette caractéristique

entrâıne un écart entre les mouvements de la première et de la dernière fourmi, ce qui peut

perturber l’algorithme. La version DHCIACtrack atteint de meilleures performances, car

elle peut rapidement atteindre un optimum mouvant, grâce au simplexe dynamique, qui

nécessite peu d’évaluations pour progresser.

En outre, les deux stratégies qui nous ont guidés pour produire deux versions de DH-

CIAC se montrent efficaces sur des classes différentes de problèmes. En effet, la stratégie
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d’intensification (implémentée dans la version track) atteint de meilleures performances

pour des problèmes de variations de position, alors que la stratégie de diversification (la

version find) est plus efficace sur des problèmes de variation de valeur.

3.3.4 Conclusion

Nous avons montré que l’algorithme HCIAC pouvait être adapté à des problèmes

d’optimisation continue dynamique, sous la forme de la méthode DHCIAC. Nous avons

proposé l’utilisation de deux stratégies différentes, fondées sur l’idée de la programma-

tion à mémoire adaptative, notamment sur les notions d’intensification et de diversifi-

cation. Ces stratégies ont donné lieu à la conception de deux versions de l’algorithme :

DHCIACtrack pour le comportement d’intensification, et DHCIACfind pour la diver-

sification. Nous avons de plus proposé un nouveau jeu de test pour métaheuristiques

dynamiques, afin de disposer d’un ensemble cohérent de fonctions couvrant les principaux

aspects de l’optimisation continue dynamique.

Nous avons observé que les deux stratégies sont adaptées à des classes différentes

de problèmes, respectivement de variations en valeur pour DHCIACfind et en position

pour DHCIACtrack. De plus, DHCIAC parâıt être plus approprié pour des problèmes à

dynamique lente.
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Fig. 3.6 – Moyenne et écart-type des valeurs de la fonction objectif dans la population à différentes
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Algorithme 3.1 La méthode du simplexe de Nelder-Mead.
Initialiser un simplexe et calculer les valeurs de la fonction sur ses noeuds ;

Répéter les itérations t, t ≥ 0 jusqu’au critère d’arrêt ;

Ordonner les noeuds xt
0, x

t
1, . . . , x

t
n conformément à :

f
(

xt
0

)

≤ f
(

xt
1

)

≤ . . . ≤ f
(

xt
n

)

Calculer le centre de gravité :

x̄t =
1

n
·
n−1
∑

i=0

xt
i

Réflexion, calculer le point de réflexion à partir de :

xt
r = x̄t + ρ

(

x̄t − xt
n

)

Si f
(

xt
0

)

≤ f
(

xt
r

)

< f
(

xt
n−1

)

alors xt
n ← xt

r, itération suivante.

Expansion, si f
(

xt
r

)

< f
(

xt
0

)

, calculer le point d’expansion :

xt
e = x̄t + χ

(

xt
r − x̄t

)

Si f
(

xt
e

)

< f
(

xt
r

)

alors xt
n ← xt

e, itération suivante ;

sinon xt
n ← xt

r , itération suivante.

Contraction

Extérieure

Si f
(

xt
n−1

)

≤ f
(

xt
r

)

< f
(

xt
n

)

, effectuer une contraction extérieure :

xt
oc = x̄t + γ

(

xt
r − x̄t

)

Si f
(

xt
oc

)

≤ f
(

xt
r

)

alors xt
n ← xt

oc, itération suivante ;

sinon aller à l’étape Raccourcir.

Intérieure

Si f
(

xt
n−1

)

≤ f
(

xt
r

)

≥ f
(

xt
n

)

, effectuer une contraction intérieure ;

xt
ic = x̄t + γ

(

xt
n − x̄t

)

Si f
(

xt
ic

)

≤ f
(

xt
n

)

alors xt
n ← xt

ic, itération suivante ;

Sinon aller à l’étape Raccourcir.

Raccourcir le simplexe autour de xt
0 :

xt
i ← x̂t

i = xt
i +

1

2

(

xt
0 − xt

i

)

, i = 1, . . . , n

Fin



Algorithme 3.2 Algorithme du simplexe dynamique.

1. Le simplexe de départ à l’itération k est S0 =
{

xj

}N+1
j=1 et les valeurs de la fonction objectif sur

ces sommets valent
{

gj

}N+1
j=1 ,

2. Trier les sommets du simplexe afin que g1 ≥ g2 ≥ . . . ≥ gN+1,

3. Réflexions successives. Une réflexion du plus mauvais point du simplexe S0, i.e., x1, est effectuée

xN+2 =
2

N

N+1
∑

j=2

xj = x1

et on évalue gN+2 = g (xN+2). Formant ainsi un nouveau simplexe S1 =
{

xj

}N+2
j=2

. Réfléchir le

premier (le plus mauvais) point de ce nouveau simplexe S1, i.e., x2,

xN+3 =
2

N

N+1
∑

j=3

xj = x2

et obtenir l’évaluation gN+3 = g (xN+3). Nous obtenons ainsi le second nouveau simplexe S2 =
{

xj

}N+3
j=3 . Continuer à réfléchir le premier point du simplexe nouvellement formé. Après que la

réflexion se soit répétée M fois, nous obtenons SM =
{

xj

}N+M+1
j=M+1 et une série de nouveaux

simplexes
{

Sp

}M

p=1.

4. Choisir le simplexe de départ pour l’itération k + 1. Calculer la valeur moyenne de la fonction à

partir des sommets
{

Sp

}M

p=1

ḡSp
=

1

N + 1

N+p+1
∑

j=p+1

gj , p = 1, 2, . . . , M.

Sélectionner le simplexe Sq satisfaisant ḡSq
= min

{

ḡSp

}M

p=1

5. Re-mesurer la valeur au point xN+1.

6. Si le nombre maximum d’évaluations est atteint, stopper,
sinon initialiser Sq comme nouveau simplexe de départ, et retourner en 2.



Chapitre 4

Élaboration d’algorithmes à

échantillonnage

4.1 Introduction

Comme nous l’avons indiqué dans la section 2.4, les algorithmes de colonies de four-

mis peuvent également être vus comme des méthodes à échantillonnage de distribution.

De fait, il existe des cadres généraux dans lesquels ces algorithmes peuvent être intégrés,

comme l’approche IDEA [Bosman and Thierens, 1999, Bosman and Thierens, 2000a]

[Bosman and Thierens, 2000b] (voir section 2.4.4.5).

L’approche IDEA détermine le cadre général d’un algorithme à estimation de distri-

bution. Elle décrit plusieurs étapes :

1. diversification : tirage aléatoire d’une population selon une distribution de probabi-

lité donnée,

2. mémoire : choix d’une distribution de probabilité décrivant au mieux les données

échantillonnées,

3. intensification : sélection des meilleurs points.

Quelques limites sont toutefois apportées, notamment seule la sélection est présentée

comme méthode d’intensification. Dans le cadre de la PMA, nous avons donc hybridé un

algorithme de type IDEA simple [Bosman and Thierens, 1999] avec une recherche locale

de Nelder-Mead [Nelder and Mead, 1965], afin d’améliorer le comportement d’intensifica-

tion. La méthode hybride est appelée CHEDA pour “Continuous Hybrid Estimation of

Distribution Algorithm”.
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Fig. 4.1 – Différence entre une somme de distributions normales mono-variantes et une distribution
normale multi-variante. La seconde permet de prendre en compte une corrélation entre deux variables
sous la forme de covariances. Les graphiques présentent la répartition en deux dimensions de 10000
points, avec un vecteur de moyenne nulle, une variance de 1 et une covariance de 1

2 .

4.2 Algorithmes de base constitutifs de CHEDA

4.2.1 Algorithme de Nelder-Mead

L’algorithme de Nelder-Mead utilisé a été décrit en détail précédemment, dans la

section 3.2.2.1.

4.2.2 Algorithme à estimation de distribution

4.2.2.1 Distribution normale multi-variante

L’approche IDEA permet un certain nombre de variantes, nous avons choisi d’utiliser

une distribution normale multi-variante comme base.

En effet, l’utilisation d’une somme de distributions normales mono-variantes ne permet

pas de tenir compte des dépendances entre variables (comme le montre la figure 4.1),

fréquentes dans les problèmes continus en ingénierie. De plus, ce modèle a l’avantage de

permettre une manipulation aisée de la dispersion.

L’algorithme utilisé pour simuler la loi de probabilité normale multi-variante (ou loi

multi-normale) est présenté dans l’annexe A.5, ainsi que l’estimation de la matrice de

variance-covariance (dans l’annexe A.5.2.2). On notera par la suite Nm,V la distribu-

tion multi-normale ayant m pour vecteur de moyennes et V pour matrice de variance-

covariance.
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(a) CHEDAs (b) CHEDAnms (c) CHEDAs + nms

Fig. 4.2 – Variantes utilisées pour la méthode CHEDA. L’ensemble des trois étapes forme une
itération de l’algorithme, itération répétée plusieurs fois au cours d’une optimisation.

4.2.2.2 Principe de l’algorithme

La méthode choisie est présentée sur l’algorithme 4.1. La distribution utilisée est

tronquée selon les bornes de l’espace de recherche.

Algorithme 4.1 Algorithme EDA utilisé.

Initialiser une population P0 de π points dans Uxmin,xmax

Jusqu’à critère d’arrêt :

Estimer les paramètres m et V de l’échantillon Pi−1

Tirer une population Pi de π points dans Nm,V

Évaluer Pi

Intensifier à partir de Pi

Fin

4.3 Intensification : sélection et recherche locale

Nous avons comparé trois versions, différenciées d’après l’étape d’intensification : in-

tensification par sélection, par recherche locale ou par sélection et recherche locale. La

figure 4.2 présente les différences entre ces trois variantes.
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4.3.1 CHEDAs : sélection

Cette version est la plus proche des EDA classiques de l’approche IDEA. L’étape

d’intensification consiste ici à sélectionner les β ∗ π meilleurs points de la population.

4.3.2 CHEDAn : recherche locale

Dans cette variante, l’intensification est effectuée via une recherche locale de Nelder-

Mead. Chaque point sert de base au lancement de la recherche, et la taille initiale du

simplexe est donnée par l’écart moyen entre les points de la population. On autorise ν

déformations du simplexe au maximum.

4.3.3 CHEDAsn : sélection et recherche locale

Cet algorithme utilise une combinaison des deux intensifications précédentes : les

meilleurs individus sont sélectionnés, et la recherche locale n’est alors lancée qu’à par-

tir de cette population.

4.4 Réglage de CHEDA

L’algorithme CHEDA présente peu de paramètres, et puisque ceux-ci sont liés à une

étape (diversification, intensification), il est relativement aisé de les régler.

Il existe trois paramètres à régler, selon les variantes :

π le nombre de points de l’échantillon (CHEDAs, CHEDAn et CHEDAsn),

β la proportion de points à sélectionner (CHEDAs, CHEDAn et CHEDAsn),

ν le nombre maximum de déformations du simplexe de Nelder-Mead (CHEDAn et

CHEDAsn).

Il est généralement nécessaire de maintenir un échantillonnage constant sur l’ensemble

de la fonction objectif, afin d’effectuer correctement la diversification. Par exemple, si

le problème a une seule dimension, et que l’on souhaite l’échantillonner à hauteur de 5

points, alors un problème similaire à 10 dimensions pourra être échantillonné à hauteur

de 510 points (ce qui, sur une répartition uniforme, permet en moyenne 5 points par

dimension). Un minimum de 3n points est en pratique nécessaire pour des problèmes de

grandes dimensions à variables indépendantes. De fait, dans le cas d’applications réelles,

plus le problème augmente en dimension, plus les chances de rencontrer des dépendances

augmentent. On peut donc, en pratique, sur-échantillonner les problèmes à faible nombre

de dimensions et sous-échantillonner les problèmes à grand nombre de dimensions. Une

valeur de π = 5n est généralement un bon compromis.
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4.5 Résultats expérimentaux

L’intensification est réglée par β et ν. La proportion de points à sélectionner doit tenir

compte de π ; en effet, si π est faible, il ne faut pas que β (donné en pourcentage) soit

également faible, sinon il y a risque de mal estimer les paramètres de la distribution à

cause d’un échantillon trop faible. À l’inverse, plus π est grand – par rapport au nombre

de dimensions – plus β peut augmenter également. Par exemple si π = 10n (problème à

n dimensions), il est possible d’aller jusqu’à β = 1− 5n

π maximum.

Le nombre ν associé à l’algorithme de Nelder-Mead doit, quant à lui, être fixé en

fonction du nombre de dimensions. En effet, plus le nombre de dimensions augmente,

plus le simplexe doit effectuer de mouvements pour progresser significativement. Si ν est

trop élevé, le temps de calcul risque d’être prohibitif ; en effet, la méthode de Nelder-

Mead consomme beaucoup d’évaluations de la fonction objectif. À l’inverse, si ν est trop

faible, l’impact du simplexe sera très faible. En pratique, ν = 10n permet généralement

d’atteindre de bons résultats.

4.5 Résultats expérimentaux

4.5.1 Comportement de convergence

Pour illustrer le comportement de l’algorithme, nous avons choisi un réglage se vou-

lant le plus simple possible, permettant la meilleure compréhension et non les meilleurs

résultats. Les paramètres sont donc initialisés ainsi : π = 100, β = 50% et ν = 10.

4.5.1.1 Dispersion

Afin de présenter le comportement de l’algorithme, nous avons utilisé des fonctions à

une variable, facilitant notamment la présentation de la dispersion de la population de

points. Les figures 4.3 et 4.4 présentent l’évolution des paramètres estimés de la distri-

bution pour chaque itération, sur les problèmes D1 (cf. annexe A.2.1) et Gr1 (cf. annexe

A.2.11).

On peut constater que la variante CHEDAn ne converge pas, en écart-type comme

en moyenne. À l’inverse, l’algorithme CHEDAsn converge, de façon plus rapide que

CHEDAs.

De fait, la recherche locale de Nelder-Mead est rapidement piégée dans les optima

locaux dans les régions de peu d’intérêt. Les différents simplexes lancés tendent à se re-

grouper dans les optima locaux, biaisant l’estimation des paramètres de la distribution et

empêchant ainsi d’extraire l’information de convexité globale, qui permettrait la conver-

gence vers l’optimum.
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Fig. 4.3 – Évolution de la moyenne et de l’écart-type de la population pour chaque variante, sur le
problème Dreo1.
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Fig. 4.4 – Évolution de la moyenne et de l’écart-type de la population pour chaque variante, sur le
problème Griewangk (à une dimension).
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Fig. 4.5 – Évolution de la covariance de la population pour chaque variante, sur les problèmes
Rosenbrock (R2) et B2 (à deux dimensions).

4.5.1.2 Covariance

Afin d’étudier comment la méthode CHEDA utilise l’information de covariance, nous

l’avons testée sur deux problèmes à deux dimensions (cf. figure 4.5), l’un ne montrant au-

cune corrélation entre les variables (B2, cf. annexe A.2.2) et l’autre montrant au contraire

une légère corrélation, variant selon les régions de l’espace de recherche (R2, cf. annexe

A.2.12).

On peut constater que la covariance fluctue d’avantage sur le problème montrant une

corrélation, alors qu’elle s’amortit sur le problème à variables indépendantes. Le problème

Rosenbrock ne présente pas la même corrélation sur l’ensemble de l’espace de recherche,

la valeur exacte de la covariance dépend donc de l’état de convergence de l’algorithme.

4.5.2 Influence des paramètres

4.5.2.1 Diversification, π

Le paramètre contrôlant la diversification est π , la taille de l’échantillonnage. La figure

4.6 présente l’évolution des paramètres estimés selon différents réglages de π.

Le premier graphique montre qu’un trop faible nombre de points entrâıne une mauvaise

estimation de la dispersion, et en conséquence, une convergence sur un mauvais optimum.

L’évolution de l’écart-type montre en effet que la baisse de dispersion intervient trop vite

dans ce cas, du fait d’une sous-estimation de la variance.
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Fig. 4.6 – Évolution de la moyenne et de l’écart-type de la population dans CHEDAs, pour
différentes valeurs de π, sur le problème Dreo1.

4.5.2.2 Intensification, β

Un des deux paramètres contrôlant l’intensification est β , le taux de sélection des

meilleurs points ; plus β est petit, moins le nombre de points gardés pour estimer les

paramètres de la distribution est faible. La figure 4.7 présente l’évolution des paramètres

estimés selon différents réglages de β.

Le rôle de β est relativement simple et concerne principalement la vitesse de la conver-

gence. Plus β est grand, plus la convergence est lente.

4.5.2.3 Intensification, ν

Le second paramètre contrôlant l’intensification est ν , le nombre d’évaluations accordé

à l’algorithme de Nelder-Mead. Dans l’exemple suivant, la plus grande valeur de ν vaut

10 car, au delà, la recherche locale devient trop précise pour être maintenue, elle est donc

stoppée.

On peut constater que plus ν est grand, plus la convergence est rapide.

4.5.3 Résultats

4.5.3.1 Comparaisons avec des algorithmes à estimation de distribution

Nous avons comparé CHEDAs et CHEDAsn avec quelques algorithmes à estimation

de distribution pour des problèmes continus. Les expériences sont lancées en suivant le

même protocole que [Bengoetxea et al., 2002], d’où les résultats sont tirés :

— 10 lancements différents par test,
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Fig. 4.7 – Évolution de la moyenne et de l’écart-type de la population dans CHEDAs, pour
différentes valeurs de β, sur le problème Dreo1.
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Fig. 4.8 – Évolution de la moyenne et de l’écart-type de la population dans CHEDAsn, pour
différentes valeurs de ν ; sur le problème Dreo1.
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Tab. 4.1 – Comparaison de CHEDA avec d’autres algorithmes à estimation de distribution, sur le
problème Sphere à 10 dimensions (SM10) .

Algorithme erreur évaluations

UMDAc 6.7360e-6 ± 1.26e-6 74163.9± 1750.3

MIMICc 7.2681e-6 ± 2.05e-6 74963.5 ± 1053.5

EGNABIC 2.5913e-5 ± 3.71e-5 77162.4 ± 6335.4

EGNABGe 7.1938e-6 ± 1.78e-6 74763.6 ± 1032.2

EGNAee 7.3713e-6 ± 1.98e-6 7396.4± 163201

EMNAglobal 7.3350e-6 ± 2.24e-6 94353.8 ± 842.8

EMNAa 4.8107e4 ± 1.32e4 301000 ± 0.0

CHEDAs 6.6493e-7 ± 1.82e-7 124301.6 ± 1027.2

CHEDAsn 8.2566e-7 ± 1.31e-7 103420.3 ± 821

Tab. 4.2 – Comparaison de CHEDA avec d’autres algorithmes à estimation de distribution, sur le
problème Griewangk à 10 dimensions (Gr10).

Algorithme erreur évaluations

UMDAc 6.0783e-2 ± 1.93e-2 301850± 0.0

MIMICc 7.3994e-2 ± 2.86e-2 301850± 0.0

EGNABIC 3.9271e-2 ± 2.43e-2 301850± 0.0

EGNABGe 7.6389e-2 ± 2.93e-2 301850± 0.0

EGNAee 5.6840e-2 ± 3.82e-2 301850± 0.0

EMNAglobal 5.1166e-2 ± 1.67e-2 301850± 0.0

EMNAa 12.9407± 3.43 301850± 0.0

CHEDAs 6.1664e-7± 1.97 123639.6 ± 1258.9

CHEDAsn 3.7579e-7 ± 0.84 105769.2± 945.6

— nombre de points de l’échantillonnage : π = 2000,

— sélection de la moitié des points : β = 50%,

— critère d’arrêt :

– si le nombre d’évaluations atteint 301850 ; ou

– si l’erreur est inférieure à 1e− 6 ;

Les résultats de ces tests sont présentés dans les tableaux 4.1, 4.2 et 4.3.

Pour le problème SM10 , les deux variantes de CHEDA montrent sensiblement les

mêmes résultats. La précision atteinte est meilleure d’un facteur 10 que celle des autres

algorithmes, mais la vitesse de convergence est une fois et demie plus faible que celle des

meilleurs algorithmes.

Pour le problème Gr10, les résultats atteints sont meilleurs que ceux des autres algo-

rithmes, tant du point de vue précision que vitesse. En ordre de grandeur, CHEDA est

environ 2 fois plus rapide et 5 fois plus précis. La bonne précision doit être tempérée par
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Tab. 4.3 – Comparaison de CHEDA avec d’autres algorithmes à estimation de distribution, sur le
problème Rosenbrock à 10 dimensions (R10).

Algorithme erreur évaluations

UMDAc 8.7204 ± 3.82e2 301850 ± 0.0

MIMICc 8.7141 ± 1.64e-2 301850 ± 0.0

EGNABIC 8.8217 ± 0.16 268066.9 ± 69557.3

EGNABGe 8.6807 ± 5.87e2 164518.7 ± 24374.5

EGNAee 8.7366 ± 2.23e-2 301850 ± 0.0

EMNAglobal 8.7201± 4.33e-2 289056.4 ± 40456.9

EMNAa 3263.0010 ± 1216.75 301000 ± 0.0

CHEDAs 8.9980 ± 7.79e-2 301304.4 ± 45.7

CHEDAsn 8.5490 ± 1.27e-1 302400.1 ± 33.4

le fait que l’écart-type est plus grand, ce qui signifie que la robustesse de l’algorithme est

plus faible que celle de ses concurrents. De plus, la version CHEDAsn est plus précise

que CHEDAs.

Sur le problème R10, la précision atteinte est comparable à celle de ses meilleurs concur-

rents, tout comme la rapidité. La variante avec recherche de Nelder-Mead est légèrement

plus précise, mais moins robuste.

4.5.3.2 Comparaison avec d’autres métaheuristiques

Nous avons également comparé CHEDA avec d’autres métaheuristiques : notamment

des algorithmes de colonies de fourmis (CACO [Bilchev and Parmee, 1995, Mathur et al., 2000],

API [Monmarché et al., 2000b], CIAC et HCIAC ) des algorithmes évolutionnaires (ES

[Storn and Price, 1995] et CGA [Chelouah and Siarry, 2000a, Chelouah and Siarry, 2000b])

et une recherche avec tabou (ECTS [Chelouah and Siarry, 2000b]). Nous avons utilisé un

réglage proche de celui utilisé pour CIAC et HCIAC :

— 50000 évaluations maximum,

— π = 100 points par échantillonnage,

— sélection de la moitié des points : β = 50,

— ν = 20 itérations maximum pour la recherche de Nelder-Mead,

— arrêt si θ = 10000 évaluations sans amélioration.

Les variantes de CHEDA sont, d’une manière générale, plus rapides que leurs homo-

logues, la version CHEDAsn présentant également une plus grande précision. À précision

comparable avec HCIAC, CHEDAsn a la plus grande rapidité. Les résultats sur le

problème Gr montrent une tendance inverse de ceux observés pour les algorithmes CIAC,

l’augmentation du nombre de dimensions entrâınant les meilleurs résultats pour CHEDA
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Tab. 4.4 – Résultats de CHEDA et d’algorithmes de colonies de fourmis concurrents.

CACO API

Fonction % ok evals err % ok evals err

R2 100 6842 0.00 [10000] 0.00 (0.00)

SM 100 22050 [10000] 0.00 (0.00)

Gr5 [10000] 0.18 (0.04)

Gr10 100 50000 0.0

GP 100 5330

MG 100 1688

St [6000] 0.0

CIAC HCIAC

Fonction % ok evals err % ok evals err

R2 100 11797 3e-3(3e-3) 100 18747(6697) 1e-8(4e-9)

SM 100 50000 9e-10(1e-11) 100 18616(6715) 5e-8(1e-8)

Gr5 63 48402 0.01(9e-3) 75 10870(1347) 1e-4(2e-4)

Gr10 52 50121 0.05(0.05) 18 23206(13132) 1e-3(4e-4)

GP 56 23391 1.51(2.33) 100 34533(4086) 0(0)

MG 20 11751 0.34(0.19) 100 24596(11413) 4e-9(4e-9)

St 94 28201 1.96(1.61) 100 10726(219) 0(0)

CHEDAs CHEDAsn

Fonction % ok evals err % ok evals err

R2 26 3026.7(453.8) 0.86(0.31) 33 3016.9(511.3) 0.11(0.23)

SM 100 6567.2(2478) 8.92e-5(4.4e-4) 100 6972(2940) 1.26e-8(1.02e-7)

Gr5 75 62691.1(16.9) 7.14e-2(1.93e-2) 90 62679.2(17.5) 1.23e-02(4.05e-03)

Gr10 35 6567.2(2478) 8.93e-5(4.39e-4) 86 6972(2940) 1.26e-8(1.02e-7)

GP 94 3634.6(901.5) 0.14(0.51) 100 2998.7(57.2) 0(0)

MG 22 3241.9(1448.7) 0.31(0.42) 100 5867.4(1334.1) 5.09e-10(1.49e-9)

St 96 80889.2(673.9) 1.4(0.96e-1) 97 74301(597.9) 1.34(1.13)
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Tab. 4.5 – Résultats de CHEDA et de quatre métaheuristiques d’optimisation continue concurrentes.

CGA ECTS DE

Fonction % ok evals err % ok evals err % ok evals err

St 100 1300

Gr10 100 12804

SM 100 750 0.0002 100 338 3e-8 100 392

R2 100 960 0.004 100 480 100 615

GP 100 410 0.001 100 231 2e-3

S4,5 76 610 0.14 75 825 0.01

CIAC HCIAC

Fonction % ok evals err % ok evals err

St 94 8201 1.96(1.61) 100 10726(219) 0(0)

Gr10 52 50121 0.05(0.05) 18 23206(13132) 1e-3(4e-4)

SM 100 50000 9e-10(1e-11) 100 18616(6715) 5e-8(1e-8)

R2 100 11797 3e-3(3e-3) 100 18747(6697) 1e-8(4e-9)

GP 56 23391 1.51(2.33) 100 34533(4086) 0(0)

S4,5 5 39311 6.34(1.01) 100 17761(5976) 0(0)

CHEDAs CHEDAsn

Fonction % ok evals err % ok evals err

St 96 80889.2(673.9) 1.4(0.96e-1) 97 74301(597.9) 1.34(1.13)

Gr10 35 6567.2(2478) 8.93e-5(4.39e-4) 86 6972(2940) 1.26e-8(1.02e-7)

SM 100 6567.2(2478) 8.92e-5(4.4e-4) 100 6972(2940) 1.26e-8(1.02e-7)

R2 26 3026.7(453.8) 0.86(0.31) 33 3016.9(511.3) 0.11(0.23)

GP 94 3634.6(901.5) 0.14(0.51) 100 2998.7(57.2) 0(0)

S4,5 17 4188.3(1732.3) 3.32(2.84) 100 3769.5(169.7) 0.33(8.93e-15)

sur Gr10. Sur les fonctions GP et MG, l’algorithme CHEDAsn présente les meilleurs

résultats parmi tous les algorithmes, notamment en vitesse. Enfin le problème St semble

poser des problèmes de rapidité aux deux variantes, par rapport aux autres algorithmes.

Comparé aux autres métaheuristiques présentées, CHEDA est généralement plus lent,

mais plus précis. Ainsi, sur la fonction St, le nombre d’évaluations nécessaires est bien

plus élevé. À l’inverse, la fonction Gr10 est optimisée plus rapidement par CHEDA que

par ses concurrents. Sur le problème SM , à précision comparable, la méthode ECTS est

plus rapide que CHEDAsn. Sur la fonction GP , CHEDAsn a la meilleure précision,

mais au prix d’un plus grand nombre d’évaluations que CGA ou ECTS. Les algorithmes

CHEDA sont plus rapides que les variantes de CIAC sur S4,5, mais restent néanmoins

plus lents que les autres métaheuristiques.

- 109 -



4.6 Discussion

4.6 Discussion

Les différents résultats présentés nous permettent de cerner le comportement et l’intérêt

de la méthode CHEDA. Celle-ci est en effet plus adaptée aux problèmes globalement

convexes, le nombre de dimensions ne semblant pas avoir un effet néfaste sur l’efficacité

de l’optimisation.

L’hybridation avec la recherche de Nelder-Mead apporte un gain en précision, mais

doit être utilisée en combinaison avec une autre méthode d’intensification, afin d’éviter

que l’algorithme ne perde la structure de la distribution lors de l’estimation. En effet, la

méthode de Nelder-Mead peut très rapidement converger sur les optima locaux, ce qui

tend à provoquer la perte de l’information de dispersion, si beaucoup de simplexes se

rejoignent dans des optima proches.

La méthode CHEDA, en utilisant une distribution normale, permet d’extraire facile-

ment l’information de convexité du problème, ainsi que l’information de corrélation entre

variables. Cependant, dans le cas de problèmes où la position de l’optimum n’est pas

indiquée par la convexité globale, le biais induit par cette distribution est problématique.

D’une manière générale, le choix de CHEDAsn par rapport à CHEDAs doit se faire

sur des critères de précision, CHEDAsn permettant des erreurs plus faibles. Ces deux

variantes sont par ailleurs sensiblement équivalentes en terme de nombre d’évaluations

nécessaire, CHEDAsn nécessite cependant plus de temps de calcul, du fait de l’utilisation

de la recherche de Nelder-Mead.

La métaheuristique CHEDA reste néanmoins gourmande en terme d’évaluations,

du fait de la nécessité d’échantillonner correctement la fonction objectif. Le nombre

d’évaluations crôıt donc avec le nombre de dimensions, si l’on veut parcourir de manière

équivalente toutes les variables sur un problème sans dépendances.

4.7 Conclusion

Nous avons montré qu’il était simple d’utiliser l’estimation de distribution comme

méthode de conception d’algorithme de colonies de fourmis. La méthode proposée utilise

une distribution normale multivariante et est hybridée avec une recherche locale de Nelder-

Mead.

Nos résultats montrent que cette hybridation permet une amélioration de la précision

des résultats. De même, les algorithmes ainsi conçus possèdent des qualités supérieures

aux variantes de CIAC, notamment en terme de rapidité et de simplicité de manipulation.

Les défauts généralement présentés comme étant propres aux algorithmes de colonies

de fourmis sont également présents, le coût en nombre d’évaluations restant en effet plus

élevé que dans d’autres métaheuristiques. L’approche par estimation de distribution perd
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également les bénéfices apportés par la flexibilité d’une méthode centrée sur la communi-

cation, mais gagne beaucoup en terme de simplicité de conception et de manipulation.
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Chapitre 5

Application au recalage d’images

d’angiographie rétinienne

5.1 Recalage rigide

5.1.1 Introduction

Le recalage est un outil important pour résoudre plusieurs problèmes d’analyse d’images

médicales. Beaucoup de stratégies de minimisation classiques ont été appliquées au prob-

lème de recalage d’images, comme la recherche exhaustive, la descente de gradient, la

méthode du simplexe, le recuit simulé, les algorithmes génétiques et la méthode de Powell

[Ritter et al., 1999, Jenkinson and Smith, 2001].

Dans la plupart des cas, le recalage est effectué en deux étapes : traitement de l’image et

optimisation d’un critère de similarité. Le traitement de l’image vise à améliorer la qualité

de l’image et à extraire l’information pertinente permettant d’effectuer au mieux l’étape

d’optimisation. Celle-ci a pour but de trouver les déformations optimales, conformément à

une fonction objectif décrivant la qualité du recalage. L’étape d’optimisation est souvent

réalisée via des méthodes exactes, qui ne sont généralement utilisables que pour une

recherche locale, et qui peuvent ne pas trouver l’optimum global.

Puisque le traitement de l’image et le calcul de la fonction objectif sont coûteux en

temps de calcul, les méthodes d’optimisation globale comme les métaheuristiques (qui re-

quièrent un nombre important d’évaluations) sont souvent écartées au profit de méthodes

d’optimisation locale, qui sont souvent plus rapides pour trouver un optimum. Mais si

l’on considère des problèmes complexes mettant en jeu des optima locaux, l’utilisation de

méthodes d’optimisation globale peut s’avérer fructueuse [Jenkinson and Smith, 2001].

La combinaison d’images temporelles ou de modalités différentes est fréquemment

utilisée pour aider les médecins dans leur diagnostic. Durant l’acquisition d’une séquence
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d’images d’angiographie rétinienne, il y a inévitablement des mouvements de l’oeil et il est

donc essentiel de corriger ce phénomène, avant toute analyse quantitative. Les méthodes

de recalage permettent donc le calcul d’un champ de déformations qui reflètent la trans-

formation des structures présentes d’une image à l’autre. Le but du présent travail est

d’améliorer la qualité des analyses ophtalmologiques, en améliorant le recalage d’images

d’angiographie rétinienne.

Ce travail présente le recalage d’angiographies rétiniennes à l’aide d’une métaheuris-

tique. Le chapitre est composé de cinq parties supplémentaires. Il examine tout d’abord

le problème du recalage et du traitement d’image utilisé et introduit ensuite les outils

d’optimisation choisis. Les résultats sont présentés dans la section 5.1.4, et une discussion

est présentée dans la section 5.1.5. Enfin, la conclusion termine le chapitre.

5.1.2 Recalage d’angiographies rétiniennes

5.1.2.1 Méthodes existantes

Des expériences ont montré qu’une méthode proposée précédemment dans

[Nunes et al., 2004a], fondée sur une recherche locale, n’était pas suffisamment robuste

dans le cas de fortes variations inter-images. Dans la majorité des travaux publiés sur

le recalage automatique d’images rétiniennes [Berger et al., 1999, Can and Stewart, 1999,

Hampson and Pesquet, 2000, Mukhopadhyay and Chanda, 2001, Pinz et al., 1998]

[Ritter et al., 1999, Simo and de Ves, 2001, Zana and Klein, 1999], une étape préalable

de détection des structures vasculaires est nécessaire. Cependant, dans la phase tardive

de l’angiographie (quand le produit de contraste disparâıt), l’image est caractérisée par

un contraste local faible. La méthode proposée peut pallier les problèmes rencontrés pour

la détection des structures vasculaires.

Images d’angiographies rétiniennes Normalement, une série d’images du fond de

l’oeil est obtenue par angiographie à la fluorescéine et/ou à l’ICG (indo-cyanine green).

Ces deux techniques sont utiles pour évaluer la circulation rétinienne et choröıdale, ainsi

que dans le diagnostic et le traitement de plusieurs maladies de la rétine, comme la

dégénérescence maculaire liée à l’âge (DMLA), les rétinites à cyto-megalo-virus (RCMV)

et la rétinopathie diabétique (RD) [Richard et al., 1998].

Cette technique consiste en une injection d’un produit de contraste, la fluorescéine ou le

vert d’indo-cyanine dans la veine cubitale (dans le bras), suivie de l’observation de sa dis-

tribution à certains moments sur les vaisseaux rétiniens. Une angiographie rétinienne (jus-

qu’à 36 images) [Richard et al., 1998] est généralement divisée en trois phases : précoce,
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moyenne et tardive. Elle permet ainsi de visualiser l’arbre vasculaire ou les structures

choröıdales, et donne la possibilité de détecter des pathologies existantes.

Le recalage est nécessaire afin de détecter et de quantifier les pathologies rétiniennes

sur les zones d’intérêt (fovéa, nerf optique et structures vasculaires). Ces zones d’intérêt

sont celles que l’opthalmologiste va analyser.

Les vaisseaux sont la seule structure visible significative [Richard et al., 1998], dans

toutes les images utilisées dans le recalage d’angiographies. Cependant, des variations

locales d’intensité peuvent donner lieu à plusieurs difficultés, notamment à un fond non

uniforme de l’image, un contraste local faible, des mouvements oculaires, plusieurs types

de bruits, ainsi que la présence de vaisseaux sanguins ayant des variations de luminances

par rapport au fond de l’image.

La figure 5.1 montre deux exemples de trois images successives, prises par angiographie

à la fluorescéine et à l’ICG. Comme les images sont très bruitées, la procédure de recalage

requiert une étape de filtrage de l’arbre vasculaire.

Prétraitement Les images originales présentent un certain nombre de caractéristiques

pouvant géner le recalage, il est donc nécessaire d’effectuer un prétraitement, afin d’isoler

les informations pertinentes.

L’étape de filtrage (ou réduction de bruit), permet un recalage plus robuste des images.

Ce filtre est fondé sur des statistiques locales, estimées à partir d’un voisinage de 5 × 5

pixels pour chaque pixel. Il a l’avantage de préserver les bords de la structure vasculaire.

Durant l’angiographie, il y a également des variations d’intensité, notamment sur le

fond de l’image. Le calcul du gradient morphologique des images devient alors nécessaire

pour pallier ce problème. Le gradient morphologique d’une image est défini comme la

différence entre l’image dilatée et l’image érodée.

Un filtrage supplémentaire peut être employé pour lisser l’image gradient. Cette étape

dite “filtrage médian” remplace la valeur de chaque pixel par la valeur médiane des pixels

adjacents, dans un voisinage de 3× 3.

On trouvera les détails sur les filtres utilisés dans [Nunes, 2003] et [Nunes et al., 2004b],

la figure 5.2 illustre le prétraitement pratiqué.

Méthodes de recalage classiques La plupart des stratégies classiques ont été uti-

lisées dans l’analyse de mouvement et les problèmes de recalage [Bangham et al., 1996,

Hart and Goldbaum, 1994, Irani et al., 1994, Kim et al., 2001, Odobez and Bouthemy, 1994,

Zhang and Blum, 2001]. Une approche commune à la plupart des techniques est l’applica-

tion de méthodes multi-résolutions [Odobez and Bouthemy, 1994, Zhang and Blum, 2001]

fondées sur le flot optique, où la recherche est effectuée à des résolutions croissantes. Dans

le domaine du recalage d’images rétiniennes, l’extraction d’éléments caractéristiques de
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(a) image à la fluorescéine
avant injection

(b) image à la fluorescéine
en phase artérielle

(c) image à la fluorescéine
en phase veineuse

(d) image à l’ICG avant in-
jection

(e) image à l’ICG en phase
artérielle

(f) image à l’ICG en phase
veineuse

Fig. 5.1 – Images successives d’angiographies à la fluorescéine (rangée supérieure) et à l’ICG (rangée
inférieure) du fond de l’oeil.
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(a) image originale (b) image filtrée

(c) image gradient (d) image gradient filtrée

Fig. 5.2 – Étapes de prétraitement avant le recalage.

- 116 -



5.1 Recalage rigide

l’image est généralement employée [Berger et al., 1999], mais la présence de contrastes

locaux faibles et de bruit rend la détection de la structure vasculaire difficile. Le cas du

recalage d’images d’angiographies à l’ICG n’a de plus été traité que récemment, par une

technique fondée sur le flot optique (qui calcule le champ de déplacement entre deux

images [Nunes et al., 2004a]).

Un état de l’art de plusieurs algorithmes de recalage peut être trouvé dans [Brown, 1992,

Maintz and Viergerver, 1998, Hill et al., 2001]

5.1.2.2 Méthode proposée pour le recalage

Dans ce travail, nous étudierons uniquement la transformation de translation, car

c’est à la fois la plus significative et la plus difficile à obtenir dans le cas des images

d’angiographie rétinienne. Le recalage consistera donc à obtenir le meilleur déplacement

en ligne et en colonne entre deux images de la séquence d’angiographie.

Algorithme L’algorithme proposé comprend les étapes suivantes :

— filtrage de Wiener des images originales,

— calcul du gradient morphologique,

— filtrage médian (étape optionnelle),

— optimisation,

– calcul du critère de similarité (somme des différences d’intensité) entre deux

images pour la transformation courante ;

– recherche d’une meilleure solution.

Critère de similarité Ces dernières années, des techniques fondées sur l’intensité

des images sans détection préalable (techniques dites “iconiques”) ont été appliquées à

un grand nombre de problèmes de recalage. Leur principe de base est de maximiser un

critère mesurant la similarité d’intensité des pixels superposés.

La mesure de similarité est le calcul utilisé pour juger de la qualité du recalage

entre deux images. Dans [Roche et al., 1999], Roche et al. ont démontré quelles sont les

hypothèses correspondant à un grand nombre de mesures de similarité, afin de com-

prendre leurs utilisations, et de permettre de choisir quelle méthode est la plus ap-

propriée à une classe de problèmes donnée. La somme du carré des différences (SDS)

[Brown, 1992], somme des valeurs absolues des différences (SAD) [Yu et al., 1989], l’inter-

corrélation [Cideciyan et al., 1992], l’entropie, etc. sont faciles à calculer, et offrent souvent

des problèmes de minimisation relativement simples. Beaucoup d’algorithmes emploient

la somme du carré des différences entre un couple d’images comme mesure de similarité,
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elle est calculée comme suit :

Précision =

(longueur,largeur)
∑

(i,j)=(1,1)

|I1 (i, j)− I2 (i, j)|

(longueur · largeur)
(5.1)

où I1et I2 sont les deux images à recaler.

Toutes ces mesures classiques ne sont pas équivalentes en termes de robustesse et

de précision, mais aucune d’entre elles n’est vraiment capable de faire face aux change-

ments d’intensité relative d’une image à l’autre. Un des défauts de ces mesures est que les

images qui seraient qualitativement considérées comme étant bien recalées peuvent tou-

jours présenter des erreurs d’alignement [Roche et al., 1999], du fait de ces changements

d’intensité. Cependant, dans le cadre de cette étude, la somme du carré des différences

est une métrique valable, puisqu’elle est calculée à partir des images gradients filtrées.

5.1.3 Optimisation

Dans le problème qui nous occupe, la fonction objectif doit décrire au mieux la qua-

lité d’un recalage donné, nous avons donc choisi une fonction de similarité. L’espace de

recherche à parcourir est l’ensemble des mouvements possibles de recalage.

Il est potentiellement possible d’employer plusieurs techniques d’optimisation ; dans ce

travail, nous avons testé deux méthodes : une recherche locale de Nelder-Mead (Nelder-

Mead Search, NMS [Nelder and Mead, 1965]) et nos algorithmes HCIAC et CHEDA.

5.1.3.1 Fonction objectif

La fonction objectif (précédemment définie en détail dans la section 5.1.2.2) est définie

comme f : N→ R et doit être minimisée. La figure 5.3 montre l’aspect globalement

convexe d’un problème de recalage simple.

5.1.3.2 Algorithmes HCIAC, CHEDA et recherche de Nelder-Mead

La métaheuristique HCIAC et l’algorithme de Nelder-Mead ont été décrits en détail

dans le chapitre 3. La méthode CHEDA été présentée dans le chapitre 4. Le problème

étant défini sur des variables entières, les méthodes ont dû être adaptées. Ainsi, nous

avons simplement utilisé un arrondi sur le vecteur de la solution demandée à un instant

donné. Nos tests tendent en effet à prouver que le comportement de l’algorithme n’est pas

fondamentalement modifié si la structure de la fonction objectif ne présente pas de paliers

étendus par rapport à la structure de l’espace de recherche. Comme le montre la figure
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Fig. 5.3 – Échantillonnage de la fonction objectif pour un problème simple de recalage (décrit dans
la section 5.1.4.1). - 119 -
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5.3, le problème fait apparâıtre des paliers surtout pour une basse résolution, mais ceux-ci

ne changent pas la structure de la fonction objectif, qui demeure globalement convexe.

5.1.3.3 Réglage

L’algorithme HCIAC est utilisé avec le réglage classique suivant : ρ = 0.5, χm = 0.5,

χd = 0.2, πm = 0.8, πd = 0.5, ωδ = 0.1, χτ = ωτ = 0.5, χρ = ωρ = 10 (voir sections 3.2.3.3

et 3.2.4 pour les définitions des paramètres et leurs réglages). Les paramètres cruciaux

que sont le nombre de fourmis et le nombre d’itérations du simplexe sont respectivement

initialisés à : ν = 3, η = 10. Ces réglages correspondent à un comportement “rapide” (i.e.

permettant un faible nombre d’évaluations). Dans ce travail, la limite supérieure est fixée

à 200 évaluations de la fonction objectif.

La méthode CHEDA est utilisée avec les réglages suivants : π = 20, β = 30%, ν = 10

(voir section 4.4 pour de plus amples précisions). L’algorithme s’arrête après un maximum

de 200 évaluations.

L’algorithme NMS utilise ses réglages par défaut, comme nous l’avons présenté dans

la section 3.2.2.1. L’algorithme s’arrête si la taille du simplexe est inférieure à 10−8, ou

s’il a atteint la limite de 200 évaluations.

5.1.4 Résultats

5.1.4.1 Tests préliminaires

Toutes les angiographies présentées dans ce travail ont été digitalisées à partir d’un

signal vidéo à une résolution de 1024 × 1024 pixels et à une profondeur de niveaux de

gris de 8 bits par pixel. Les algorithmes ont été testés sur différentes résolutions depuis

10% jusqu’à 100% de la taille de l’image originale, ainsi qu’avec ou sans filtrage médian

de l’image gradient.

Afin de décrire le comportement de l’algorithme d’optimisation et de tester sa consis-

tance sur le problème, nous utilisons un problème simple de recalage, où l’optimum global

est connu (voir figure 5.4).

Nous ne présentons dans un premier temps que les résultats de HCIAC, afin de ne

pas surcharger ce chapitre. Les résultats avec CHEDA mènent aux mêmes conclusions et

seront présentés dans la section 5.1.4.3.

Les techniques d’optimisation classiques demandent moins de temps de calcul lors d’un

recalage à basse résolution. Cependant, dans le cas des problèmes en haute résolution, le

temps de calcul peut augmenter de manière drastique (comme le montre le tableau 5.1 et

la figure 5.5). Au contraire, le temps de calcul de la métaheuristique reste pratiquement

inchangé aux différentes résolutions (voir figure 5.6).
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(a) Première image à l’ICG (b) deux images non recalées

(c) images à l’ICG recalées

Fig. 5.4 – Problème de recalage typique utilisé pour tester la consistance.
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Tab. 5.1 – Comparaison des temps total de calcul (en secondes) pour les deux méthodes d’optimi-
sation. Les valeurs sont notées avec un ∗ quand l’algorithme n’a pu trouver d’optimum. Pour HCIAC,
le temps indiqué comprend le temps nécessaire à la fois à l’algorithme d’optimisation et au calcul de
la fonction objectif (le temps d’évaluation de cette dernière étant proportionnel à la résolution).

P
P

P
P

P
P

P
P

P
Algo.

Res. 0.1 0.5 1.0
min max min max min max

Flot optique 7 43∗ 124 1090∗ 704 4531∗
HCIAC 13 30 86 195 367 826
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Fig. 5.5 – Comparaison des temps de calcul (en secondes) pour les deux méthodes d’optimisation,
les temps minimums et maximums sont indiqués en traits pointillés.
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Fig. 5.6 – Nombre d’évaluations de la fonction objectif nécessaires à HCIAC.

5.1.4.2 Robustesse

Dans l’optique de tester la robustesse de la méthode, nous avons effectué 50 tests sur

le même problème de recalage. Les méthodes d’optimisation locale classiques étant em-

ployées sur des basses résolutions, nous avons testé l’impact de la résolution sur l’efficacité

de la métaheuristique, notamment afin d’estimer l’intérêt de l’information supplémentaire

apportée par la haute résolution. De plus, le filtrage médian supplémentaire est souvent

utilisé pour améliorer l’étape d’optimisation. Cependant, comme le temps de calcul est

crucial sur ce problème, nous avons testé l’impact du filtrage supplémentaire sur l’opti-

misation par HCIAC.

La figure 5.7 montre que le filtrage supplémentaire est en pratique intéressant pour les

hautes résolutions. L’écart-type est une bonne mesure de la robustesse de l’algorithme,

puisqu’il est un indicateur du nombre de mauvais recalages : plus l’écart-type est grand,

plus l’algorithme échoue souvent à trouver un bon recalage.

La figure 5.8 montre que l’algorithme NMS utilisé seul peut trouver un recalage opti-

mal, au prix d’une augmentation de l’écart-type proportionnelle à la résolution, alors que

la résolution a peu d’impact sur l’efficacité de HCIAC.

5.1.4.3 Cas typiques

Conformément aux résultats de robustesse, nous avons donc testé les métaheuristiques

sur une haute résolution (100% de la taille de l’image originale) sans filtrage médian
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(b) écart-type seul

Fig. 5.7 – Comparaison des moyennes et écarts-types des similarités selon la résolution.

 0

 10

 20

 30

 40

 50

 60

 0.1  0.2  0.3  0.4  0.5  0.6  0.7  0.8  0.9  1

dX
 m

oy
en

Résolution

NMS
HCIAC
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Fig. 5.8 – Écarts-types selon la résolution au recalage optimal, sans filtrage médian.
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Fig. 5.9 – Moyennes et écarts-types des similarités obtenues pour les différentes images de test.

supplémentaire. Nous avons utilisé 8 couples d’images d’angiographies, effectuant 50 op-

timisations sur chaque image.

Comme le montre la figure 5.9, la métaheuristique HCIAC ne peut déterminer avec

précision l’optimum global pour chaque essai. En effet, si elle trouve toujours une va-

leur approchée du recalage idéal, elle peut parfois manquer de précision. À l’inverse les

deux variantes de CHEDA atteignent des erreurs plus faibles, montrant une plus grande

précision. La variante CHEDAsn est soit équivalente à CHEDAs soit meilleure.

La figure 5.10 montre que la métaheuristique HCIAC peut atteindre une meilleure

robustesse que la recherche locale NMS utilisée seule. Les variantes CHEDA montrent

en revanche un écart-type bien plus faible.

Il peut cependant rester quelques problèmes dans le recalage précis, où une simple

translation n’est pas suffisante pour représenter la véritable transformation. La figure

5.11 montre que bien qu’ayant un bon recalage global, il peut rester des erreurs dans la

périphérie de l’image angiographique recalée.

5.1.5 Discussion

Nos résultats démontrent que l’utilisation d’une métaheuristique pour l’étape d’opti-

misation du recalage d’angiogramme peut être particulièrement utile dans le cas d’images

à haute résolution. En effet, le principal avantage des méthodes présentées dans cet ar-

ticle réside dans leur coût constant en terme de temps de calcul. Avec des méthodes

classiques comme le flot optique, le coût en temps de calcul augmente considérablement

avec la résolution, alors qu’avec les méthodes présentées, il est constant. Cet avantage

est dû au fait que les métaheuristiques opèrent par échantillonnage de la fonction ob-
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Fig. 5.10 – Écart-type des similarités obtenues pour différentes images, avec HCIAC, NMS et
CHEDA.

jectif, échantillonnage qui ne dépend pas de la résolution. Le coût en temps est donc

principalement fonction du temps de calcul d’une solution.

Cependant, le temps de calcul reste toujours une contrainte critique et nos résultats

montrent que, pour les hautes résolutions, utiliser un filtrage médian supplémentaire n’est

pas un avantage, car il diminue la robustesse et augmente le temps de calcul, en ajou-

tant une étape supplémentaire. Ainsi, il devrait être évité d’ajouter trop de filtrages

supplémentaires, ceux-ci pouvant éliminer des informations pertinentes utilisables par la

métaheuristique, et ainsi réduire sa capacité à trouver l’optimum global.

La recherche de Nelder-Mead montre les même avantages que la métaheuristique du

point de vue du temps de calcul. Cependant, nos résultats montrent que la robustesse de

cette recherche locale décrôıt lors de son utilisation sur des problèmes à haute résolution.

Ce problème est dû à la présence d’optima locaux qui peuvent piéger la recherche globale.

En effet, ce problème est souvent rencontré dans les méthodes employées classiquement

pour le recalage, et il est résolu par une approche multi-résolution. Mais de telles approches

sont lourdes en temps de calcul, alors que l’utilisation d’une métaheuristique résout le

problème des optima locaux, sans trop augmenter le temps de calcul.

La méthode CHEDAsn semble la plus efficace sur ce problème, suivie de près par

CHEDAs, alors que HCIAC a une efficacité relativement mauvaise. Une grande partie

de l’efficacité de CHEDA est sans doute due à l’utilisation d’une distribution normale,

très proche de la forme générale de la fonction objectif.

Le problème des erreurs périphériques est moins crucial en comparaison de la recherche

de la translation principale, qui est plus difficile à obtenir. Il ne peut être résolu via une
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Fig. 5.11 – Exemple de mauvais recalage périphérique.
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approche rigide. Une méthode de recalage élastique [Nunes et al., 2004a] peut être utilisée,

pour corriger cette transformation résiduelle.

5.1.6 Conclusion

Le recalage est un sujet important pour plusieurs applications concernant l’analyse

d’images médicales, comme la correction de mouvements ou la fusion multimodale.

Du fait du mouvement des yeux durant l’acquisition d’angiographies, une étape de

recalage de chaque image est nécessaire pour améliorer l’analyse quantitative des patho-

logies rétiniennes. Le recalage des images permet une comparaison directe avec l’image

précédente, et peut ainsi permettre de juger de la progression de la maladie.

Cependant, les données angiographiques varient considérablement en intensité ; aussi

un prétraitement est-il nécessaire pour pallier ce problème, ainsi qu’à la présence de bruit.

Le filtrage de Wiener, ainsi que le calcul du gradient, sont indispensables, alors que le

filtrage médian n’est pas nécessaire.

Les techniques d’optimisation présentées sont particulièrement adaptées pour les hautes

résolutions, où des techniques plus classiques ne peuvent être utilisées, du fait d’un temps

de calcul prohibitif. La métaheuristique HCIAC permet une meilleure robustesse que la

recherche locale de Nelder-Mead. La méthode CHEDA présente cependant les meilleurs

résultats, effectuant des recalages de bonne qualité.

Une piste d’amélioration possible serait de supprimer les informations de covariances

de l’algorithme CHEDA ; en effet, les déplacements verticaux et horizontaux de l’oeil sont

décorrélés, une somme de distribution univariante pourrait dès lors obtenir des résultats

similaires, avec un gain de rapidité.
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Conclusion et perspectives

Dans ce travail de thèse, nous avons présenté un travail d’adaptation des algorithmes

de colonies de fourmis pour l’optimisation continue. Les fourmis en colonie présentent,

en effet, des comportements auto-organisés, où des interactions simples au niveau local

permettent l’émergence d’un comportement global complexe. Les premiers travaux dans

le domaine de l’utilisation de ces caractéristiques en recherche opérationnelle ont donné

lieu à des métaheuristiques d’optimisation pour des problèmes combinatoires. Nous avons

proposé deux approches pour étendre ces algorithmes au cas continu.

La première consiste à créer un système multi-agent où la communication joue un

rôle central, en tant que processus permettant l’émergence d’un comportement global

cohérent du système. Nous avons proposé, dans cette optique, trois algorithmes de colo-

nies de fourmis interagissantes (CIAC ) mettant l’accent sur les concepts de canaux de

communication et de comportement individuel des fourmis. Ces méthodes ont la parti-

cularité d’être distribuées et flexibles, mais demandent un grand nombre d’évaluations

et leur réglage est relativement délicat. Afin de pallier ce dernier problème, nous avons

proposé une méthode de “métaréglage”, où le réglage de la métaheuristique est considéré

comme un problème d’optimisation biobjectif et optimisé en conséquence. Cette méthode

permet de définir un indice unique, gérant la mise en place de tous les paramètres, depuis

un comportement d’intensification jusqu’à un comportement de diversification.

La deuxième approche décrit les algorithmes de colonies de fourmis comme des métho-

des manipulant un échantillonnage d’une distribution de probabilité. Nous avons proposé

un algorithme à estimation de distribution (CHEDA) sur cette base. La distribution choisie

pour s’adapter aux problèmes continus est une distribution normale multi-variante. La

métaheuristique ainsi conçue est facilement manipulable : le nombre de paramètres est

réduit et a un impact sur l’optimisation aisément compréhensible. Ses performances sont,

par ailleurs, compétitives, bien que le grand nombre d’évaluations nécessaires soit toujours

présent.

Afin d’améliorer les processus d’intensification, nos algorithmes ont fait l’objet d’une

hybridation avec une recherche locale de Nelder-Mead. Dans les deux approches étudiées
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(HCIAC et CHEDA), elle permet une amélioration significative de la précision des résul-

tats.

Les algorithmes de colonies de fourmis du type “multi-agent” présentent des ca-

ractéristiques de flexibilité particulièrement intéressantes sur des problèmes combinatoires

dynamiques. Nous avons donc adapté notre méthode hybride de colonies de fourmis in-

teragissantes à des problèmes continus dynamiques (algorithme DHCIAC ), pour lesquels

nous avons également proposé un nouveau jeu de test cohérent.

Nos algorithmes ont enfin été appliqués dans le cadre d’un problème biomédical concer-

nant les pathologies du vieillissement oculaire. Nous avons utilisé les métaheuristiques

décrites dans cette thèse pour effectuer cette étape d’optimisation et montré qu’elles

étaient plus particulièrement compétitives sur des images en haute résolution, où les

méthodes classiques sont inutilisables.

Les perspectives de ce travail sont relativement nombreuses, tant du point de vue

théorique que pratique. En premier lieu, il est possible d’approfondir le principe de

métaréglage, qui peut s’avérer être un outil intéressant, non seulement pour régler les

paramètres d’un algorithme, mais également pour comprendre son fonctionnement.

Une autre approche qui reste à approfondir est l’évaluation des algorithmes pour l’opti-

misation dynamique. De nombreuses fonctions de test existent, mais restent des initiatives

ponctuelles, sans volonté de constituer un jeu de test cohérent. Une systématisation des

principes des problèmes dynamiques pourrait étendre le jeu de test que nous proposons,

pour couvrir un ensemble complet de problèmes types.

Une perspective importante peut être une formalisation plus poussée des relations entre

les algorithmes à estimation de distribution et la programmation à mémoire adaptative.

En effet, cette approche permet la conception de métaheuristiques réellement simples

à manipuler et à comprendre, tout en demeurant puissantes. De plus, en suivant une

telle structure, et en considérant, pour les processus de diversification et d’intensification,

des “briques de base” empruntées aux autres métaheuristiques, une nouvelle manière de

concevoir des métaheuristiques peut apparâıtre.

Enfin, une perspective intéressante reste les applications à des problèmes d’optimisa-

tion dans le domaine biomédical. De ce point de vue, le recalage d’images promet d’autres

pistes de recherche, comme le recalage affine (prise en compte d’autres déformations que

la translation, comme le zoom et la rotation), le recalage multi-échelle (optimisations

itératives à différentes résolutions), ou encore sur des images en trois dimensions.
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Annexe A

Annexes

A.1 Algorithmes concurrents exploités pour confron-

tation avec nos algorithmes

Tab. A.1 – Algorithmes d’optimisation continue utilisés pour comparaison avec nos algorithmes.

Abbr. Nom complet Type Référence

ECTS Enhanced Continuous Tabu Search Recherche avec tabous [Chelouah and Siarry, 2000b]

CGA Continuous Genetic Algorithm Algorithme évolutionnaire [Chelouah and Siarry, 2000a]

DE Differential Evolution Algorithme évolutionnaire [Storn and Price, 1995]

CACO Continuous Ant Colony Algorithm Colonie de fourmis [Bilchev and Parmee, 1995]

API (de la fourmi Pachycondyla apicalis) Colonie de fourmis [Monmarché et al., 2000b]

UMDAc Univariate Marginal Distribution Estimation de distribution [Larrañaga et al., 2000]

Algorithm for Continuous domains

MIMICc Mutual Information Maximizing Input Estimation de distribution [Larrañaga et al., 2000]

Clustering for Continuous domains

EGNABIC Estimation of Gaussian Network Estimation de distribution [Larrañaga et al., 1999]

Algorithm (Bayesian Information Criterion)

EGNABGe Estimation of Gaussian Network Estimation de distribution [Larrañaga et al., 1999]

Algorithm (BGe metric)

EGNAee Estimation of Gaussian Network Algorithm Estimation de distribution [Larrañaga et al., 1999]

(edge exclusion)

EMNAglobal Estimation of Multivariate Normal Algorithm Estimation de distribution [Larrañaga et al., 2001]

EMNAa Estimation of Multivariate Normal Estimation de distribution [Larrañaga et al., 2001]

Algorithm (adaptive)
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A.2 Fonctions de test

La liste présentée ci-dessous énumère les fonctions tests utilisées dans ce travail. Nous

utilisons les notations suivantes :

— Dim. le nombre de dimensions de la fonction,

— −→x le vecteur de variables,

— −→x ∗ l’optimum global,

— xi ∈ [. . . ] le domaine de recherche, pour chaque variable,

— Glob. Min. ou Glob. Max. la valeur et (si connue) la position de l’optimum,

— Nb. Loc. Min. ou Nb. Loc. Max. le nombre d’optima locaux.

A.2.1 (D1) Dreo1

— Dim. : 1

— D1(
−→x ) =

(

4 cos
(

1
2x2 + 1

)

+ 1
9x2 + 1

3x
)

−
(

4 cos (3)− 2
9

)

— x ∈ [−7, 15]

— Glob. Min. : D1 (−2) = 0

A.2.2 (B2) B2

— Dim. : 2

— B2(
−→x ) = x2

1 + 2x2
2 − 0.3 · cos (3πx1)− 0.4 · cos (4πx2) + 0.7

— xi ∈ [−100, 100]

— Glob. Min. : B2 (0, 0) = 0

A.2.3 (MG) Martin & Gaddy

— Dim. : 2

— MG(−→x ) = (x1 − x2)
2 +

(

x1+x2−10
3

)2

— xi ∈ [−20, 20]

— Glob. Min. : MG(5, 5) = 0

A.2.4 (GP ) Goldstein & Price

— Dim. : 2

— GP (−→x ) =
(

1 + (x1 + x2 + 1)2 ·
(

19− 14x1 + 3x2
1 − 14x2 + 6x1x2 + 3x2

2

)

)

·
(

30 + (2x1 − 3x2)
2 ·
(

18− 32x1 + 12x2
1 + 48x2 − 36x1x2 + 27x2

2

)

)

— xi ∈ [−2, 2]

— Glob. Min. : GP (0,−1) = 3
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A.2.5 (S4,n) Shekel

— Dim. : 4

— S4,n(−→x ) = −∑n
i=1

(

1
(x−ai)T (x−ai)+ci

)

avec x = (x1, x2, x3, x4)
T ; ai = (a1

i , a
2
i , a

3
i , a

4
i )

T et n ∈ {1, 2, 3}
— xi ∈ [0, 10]

— Glob. Min. : S4,5

(−→
x∗
)

= −10.1532 ; S4,5

(−→
x∗
)

= −10.40294 ; S4,5

(−→
x∗
)

= −10.53641

— Nb. Loc. Min. : (n− 1)

i aT
i ci

1 4 4 4 4 0.1

2 1 1 1 1 0.2

3 8 8 8 8 0.2

4 6 6 6 6 0.4

5 3 7 3 7 0.4

6 2 9 2 9 0.6

7 5 5 3 3 0.3

8 8 1 8 1 0.7

9 6 2 6 2 0.5

10 7 3.6 7 3.6 0.5

A.2.6 (St) Step

— Dim. : 5

— St(−→x ) = 25−∑5
i=1 bxic∗ avec bxic∗ plus grand entier ≤ x

— xi ∈ [−5.12, 5.12]

— Glob. Max. : St
(−→
x∗
)

= 55

A.2.7 (SM) Sphere Model

— Dim. : 6

— SM(−→x ) =
∑6

i=1 x2
i

— xi ∈ [−5.12, 5.12]

— Glob. Min. : SM(0, . . . ) = 0

A.2.8 (Bf1
) Baluja f1

— Dim. : 100

— Bf1
(−→x ) =

(

ε +
∣

∣

∣
|y1|+

∑100
i=1 |yi|

∣

∣

∣

)−1
avec y1 = x1, yi = xi + yi−1

— xi ∈ [−2.56, 2.56]
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— Glob. Max. : Bf1
(0, . . . ) = 100000

A.2.9 (Bf2
) Baluja f2

— Dim. : 100

— Bf2
(−→x ) =

(

ε +
∣

∣

∣
|y1|+

∑100
i=1 |yi|

∣

∣

∣

)−1
avec y1 = x1, yi = xi + sin (yi−1)

— xi ∈ [−2.56, 2.56]

— Glob. Max. : Bf2
(0, . . . ) = 100000

A.2.10 (Bf3
) Baluja f3

— Dim. : 100

— Bf3
(−→x ) =

(

ε +
∑100

i=1 |0.024 · (i + 1)− xi|
)−1

— xi ∈ [−2.56, 2.56]

— Glob. Max. : Bf3
(0, . . . ) = 100000

A.2.11 (Grn) Griewangk

— Dim. : n

— Gr(−→x ) = 1 +

(

∑n
i=1

(

x2
i

4000

)

−∏n
i=1 cos

(

xi√
i

)

)

— xi ∈ [−512, 512]

— Glob. Min. : Gr(0, . . . ) = 0

A.2.12 (Rn) Rosenbrock

— Dim. : n

— Rn(−→x ) =
∑n−1

i=1

(

100 ·
(

x2
i − xi+1

)2
+ (xi − 1)2

)

— xi ∈ [−5, 10]

— Glob. Min. : Rn(1, . . . ) = 0

A.3 Représentations graphiques de fonctions de test

Nous avons représenté graphiquement certaines fonctions de test utilisées afin d’illus-

trer certains types de problèmes d’optimisation. Les fonctions avec plus de deux variables

ne sont représentées que pour les deux premières dimensions. La taille de l’espace de re-

cherche présentée peut être différente de celle utilisée, pour des raisons de lisibilité. Enfin,

certains optima locaux peuvent ne pas apparâıtre à cause de l’échelle.
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Fig. A.1 – Représentation de 8 fonctions de test à minimiser.
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Fig. A.2 – Représentation de 3 fonctions de test à maximiser.
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A.4 Jeu de test dynamique

Pour tous les problèmes listés ci-après, t est un entier représentant le temps écoulé.

A.4.1 OPL : Optimum Position Linéaire

— Fonction de temps linéaire : T (t) = t,

— Easom comme fonction de structure :

D (x1, x2, t) = − cos (x1) · cos (x2) · e−(x1−T (t))2−(x2−T (t))2

avec −50 < x1, x2 < 50,

— Cible : position de l’optimum,

— Caractéristiques : fonction continue, espace de recherche symétrique, mono-modal,

bassin d’attraction de l’optimum convexe.

A.4.2 APL : Tout Position Linéaire

— Fonction de temps linéaire : T (t) = t,

— B2 comme fonction de structure :

D (x1, x2, t) = (x1 − T (t))2 + 2 (x2 − T (t))2

−0.3 · cos (3π − (x1 − T (t)))

−0.4 · cos (4π − (x2 − T (t)))

+0.7

avec −10 < x1, x2 < 10,

— Cible : position de la fonction entière,

— Caractéristiques : fonction continue, convexe, espace de recherche symétrique, fonc-

tion symétrique, multi-modale, périodique, plusieurs optima locaux.

A.4.3 OVP : Optimum Valeur Périodique

— Fonction de temps périodique : T (t) = 8 · cos (t + 0.5),

— Morrison comme fonction de structure :

D (x1, x2, t) =
5
∑

i=1

min
(

−Hi + Ri ·
(

(

x1 − Pi,1
)2

+
(

x2 − Pi,2
)2
))

avec :

– −10 < x1, x2 < 10
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– H = {1, 3, 5, 7 + T (t) , 9}
– R = {1, 1, 1, 1, 1}

– P =

{

2.5 −2.5 −5 0 −4

−2.5 2.5 5 0 −4

}

— Cible : valeur de l’optimum n◦4,

— Caractéristiques : fonction continue, espace de recherche symétrique, multi-modale,

bassin d’attraction de l’optimum convexe.

A.4.4 AVP : Tout Valeur Périodique

— Fonction de temps périodique : T (t) = cos (0.2 · t)
— Shekel comme fonction de structure :

D (x, t) = T (t) +
n
∑

i=1

(

1

(x− ai)T (x− ai) + ci

)

avec :

– x = (x1, x2, x3, x4)
T

– ai = (a1
i , a

2
i , a

3
i , a

4
i )

T et

i aT
i ci

1 4 4 4 4 0.1

2 1 1 1 1 0.2

3 8 8 8 8 0.2

4 6 6 6 6 0.4

5 3 7 3 7 0.4

6 2 9 2 9 0.6

7 5 5 3 3 0.3

8 8 1 8 1 0.7

9 6 2 6 2 0.5

10 7 3.6 7 3.6 0.5

– n = 5

– 0 < xi < 10

— Cible : valeur de la fonction entière,

— Caractéristiques : fonction continue, multi-modale, à plusieurs optima locaux.

A.4.5 ADL : Tout Dimension Linéaire

— Fonction de temps linéaire : T (t) = t,

— Rosenbrock comme fonction de structure :

D (x, t) =

T (t)
∑

i=1

(

100 ·
(

x2
i − xi+1

)2
+ (xi − 1)

)

avec −5 < xi < 10,

— Cible :nombre de dimensions,

— Caractéristiques : fonction continue, espace de recherche symétrique, quadratique,

multi-modale, à plusieurs optima locaux.
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A.4.6 O(P+V)P : Optimum Position + Valeur Périodique

— Fonction de temps périodique : T (t) = 8 · cos (t + 0.5),

— Morrison comme fonction de structure :

D (x1, x2, t) =
5
∑

i=1

min
(

−Hi + Ri ·
(

(

x1 − Pi,1
)2

+
(

x2 − Pi,2
)2
))

avec :

– −10 < x1, x2 < 10

– H = {1, 3, 5, (7 + T (t)) , 9}
– R = {1, 1, 1, 1, 1}

– P =

{

2.5 −2.5 −5 T (t) −4

−2.5 2.5 5 T (t) −4

}

— Cible : position et valeur de l’optimum n◦4,

— Caractéristiques : fonction continue, espace de recherche symétrique, multi-modale,

bassin d’attraction de l’optimum convexe.

A.5 Simulation d’une loi normale multi-variante

A.5.1 Loi normale

Pour une seule variable aléatoire, on peut utiliser la méthode de Box-Muller. Si x1

et x2 sont des variables aléatoires suivant une distribution uniforme sur ]0, 1[, alors les

variables :
y1 =

√−2 ln x1 cos 2πx2

y2 =
√−2 ln x1 sin 2πx2

suivent une loi normale réduite. On en déduit que les variables z1 = m + s · y1 et z2 =

m + s · y2 suivent une loi normale d’espérance m et d’écart-type s.

A.5.2 Loi multi-normale

La loi normale multi-variante (ou loi multi-normale) correspond à l’extension de la

loi normale pour plusieurs variables x1, x2, . . . , xn, elle est caractérisée par un vecteur de

moyennes m et une matrice de variance-covariance V . Chaque élément mi de m représente

l’espérance de xi. La matrice V est symétrique définie positive. L’élément (diagonal) Vii

de V représente la variance σ2
i de la variable xi. L’élément (non diagonal) Vij représente

la covariance des variables xi et xj .

Pour simuler une loi multi-normale de paramètres m et V , on utilise la méthode

suivante :
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Fig. A.3 – Distribution de probabilité d’une loi normale bi-variante centrée réduite

— soit u un vecteur constitué de n nombres distribués selon la loi normale centrée-

réduite,

— soit L la matrice résultant de la factorisation de Cholesky de la matrice V ,

— le vecteur y = m + Lu suit la loi multi-normale de moyenne m et de variance-

covariance V .

A.5.2.1 Factorisation de Cholesky

On cherche la matrice :

L =













l11

l21 l22
...

...
. . .

ln1 ln2 · · · lnn













De l’égalité A = LLT on déduit :

aij =
(

LLT
)

ij
=

n
∑

k=1

likljk =

min{i,j}
∑

k=1

likljk, 1 ≤ i, j ≤ n

puisque lpq = 0 si 1 ≤ p < q ≤ n.
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La matrice A étant symétrique, il suffit que les relations ci-dessus soient vérifiées pour

i ≤ j, c’est-à-dire que les éléments lij de la matrice L doivent satisfaire :

aij =
i
∑

k=1

likljk, 1 ≤ i, j ≤ n

Pour i = 1, on détermine la première colonne de L :

(j = 1) a11 = l211 d’où l11 =
√

a11

(j = 2) a12 = b11l21 d’où l21 = a12
l11

. . .

(j = n) a1n = l11ln1 d’où ln1 = a1n
l11

On détermine la ière colonne de L, après avoir calculé les (i− 1) premières colonnes :

(j = 1) aii = li1 + . . . + liilii d’où lii =
√

aii −
∑i−1

k=1 l2
ik

(j = 2) ai,i+1 = li1li+1 + . . . + liili+1,i d’où li+1,i =
ai,i+1−

∑i−1
k=1 likli+1,k

lii

. . .

(j = n) an = li1ln1 + . . . + liilni d’où lni =
ain−

∑i−1
k=1 liklnk

lii

Il résulte du théorème précédent qu’il est possible de choisir tous les éléments bii en

assurant que toutes les quantités

a11, . . . , aii −
i−1
∑

k=1

l2ik, . . .

sont positives.

A.5.2.2 Estimation d’une matrice de variance-covariance

Si X est un vecteur de p points, dans n dimensions et de moyenne µ, alors sa matrice

de variance-covariance est la matrice de dimension n× n symétrique définie positive :

var (X) = E
(

(X − µ) (X − µ)T
)
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ristiques différentes, sous la forme d’une collection de chapitres écrits par
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miques, notamment autour des métaheuristiques de colonies de fourmis. Le
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par leur évaluation.
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[Dréo and Siarry, 2001] Dréo, J. and Siarry, P. (2001). A New Ant Colony Algorithm

Using Direct Interindividual Communication Aimed At Continuous Optimization. In

First Joint Seminar on Metaheuristics organized by the UK Local Search Group and

EU/ME, the EUropean chapter on MEtaheuristics, City University, London.
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Journée optimisation par essaim particulaire (OEP’2003).

- 149 -
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à Technique et Science Informatiques (revue Hermès).
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