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A l’origine de cette thèse, il y a tout d’abord ma rencontre avec la société
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qui est descendu dans l’arène et qui a su canaliser mon tempérament, car entre
excitations excessives et pertes de confiances définitives, j’ai bien conscience que
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2.1 Distance d’édition en fonction de la taille de l’alphabet pour
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excès de délétions . . . . . . . . . . . . . . . . . . . . . . . . . 135

4.22 Problème Even Parity, N=10 et CS : Évolution de la taille
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Introduction

Alan Turing a marqué de façon profonde la naissance et le développement

d’une science que nous appelons aujourd’hui l’Intelligence Artificielle. Un des

objectifs de l’Intelligence Artificielle est de définir et de mettre en œuvre

les moyens permettant de construire des machines intelligentes, c’est-à-dire

capables d’effectuer des tâches complexes qui, quand elles sont effectuées par

des humains, sont supposées nécessiter une forme d’intelligence. Dès le milieu

du 20ième siècle dans “Computing Machinery and Intelligence “, Alan Turing

défend l’idée qu’il serait possible de produire des machines intelligentes grâce

à une forme d’apprentissage par essais et erreurs, qu’il compare au processus

de l’évolution biologique.

Depuis une vingtaine d’années, une méthode de recherche automatique de

programmes informatiques, nommée Programmation Génétique, est en passe

de concrétiser le projet de Turing. En effet, la Programmation Génétique

permet, à partir d’une description d’un problème à résoudre, de fournir des

solutions, sous forme de programmes, qui répondent au moins partiellement

à ce problème. La recherche de solutions est réalisée de manière itérative par

l’évolution d’une population de descriptions de programmes qui subissent

des modifications progressives et qui sont sélectionnées en fonction de leur

adéquation au problème à résoudre.

Dans ce mémoire, nous nous intéresserons particulièrement à un de ces

mécanismes de modification, appelé opérateur de recombinaison ou de croi-

sement, dont le but est de permettre l’exploitation des qualités des différents

programmes de la population durant l’évolution. L’objectif du premier cha-

pitre est d’examiner en détail ce qu’est la Programmation Génétique et de

la situer dans le cadre plus général de l’Évolution Artificielle. Nous présente-
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rons les différents types de représentations de programme et nous justifierons

notre intérêt pour la Programmation Génétique Linéaire. Nous verrons éga-

lement qu’elles sont les limites et les améliorations possibles déjà identifiées

de l’opérateur de croisement. Notamment, nous évoquerons ce qui est ap-

pelé le caractère “brutal” de ce type d’opérateur ainsi que son rôle dans les

phénomènes de croissance incontrôlée, mais surtout injustifiée, de la taille

des programmes durant l’évolution. Nous présenterons enfin le système de

Programmation Génétique par Pile qui nous permettra, tout au long de ce

mémoire, de confronter nos hypothèses à l’expérience.

Dans le chapitre 2, nous reviendrons sur les critiques formulées à l’en-

contre de l’opérateur de recombinaison utilisé de façon standard en Pro-

grammation Génétique et nous verrons comment la brutalité de l’opérateur

est liée au concept d’homologie. Puis, après avoir résumé l’évolution histo-

rique du concept d’homologie, ainsi que ces relations avec les mécanismes de

recombinaison dans la nature, nous définirons un nouvel opérateur pour la

Programmation Génétique Linéaire appelé Croisement par Maximum d’Ho-

mologie (CMH). Le nouvel opérateur sera par la suite étudié de manière

théorique et sa capacité à préserver l’homologie sera démontrée, puis illus-

trée.

Pour bien comprendre le fonctionnement d’un opérateur génétique, ainsi

que ses implications sur l’évolution, une démarche classique consiste à utiliser

un cadre expérimental dont les propriétés sont particulièrement bien connues,

par exemple en ayant recours à des problèmes dits synthétiques dont les

caractéristiques peuvent être ajustées. Le chapitre 3 sera dans un premier

temps consacré à la définition et à l’étude de trois problèmes synthétiques

pour la Programmation Génétique Linéaire. A l’aide de ces trois problèmes, le

comportement du nouvel opérateur CMH sera dans un second temps comparé

à celui de l’opérateur de croisement standard et nous verrons pour ces deux

opérateurs, si les hypothèses faites sur la relation entre l’homologie et la

brutalité de la recombinaison peuvent être confirmées.

Dans le chapitre 4, nous nous intéresserons plus précisément aux proprié-

tés et à l’évolution des populations de programmes en fonction de l’opérateur

de recombinaison utilisé. Nous débuterons ce chapitre par la poursuite de
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l’étude expérimentale du CMH sur un problème booléen qui fait référence

en Programmation Génétique. Les liens entre les phénomènes de croissance

de la taille des programmes et les opérateurs de croisement seront étudiés en

détail, puis nous verrons comment la conservation de l’homologie permet de

concevoir des mécanismes de contrôle de la taille durant le processus évolu-

tionnaire. Enfin, au cours d’une discussion sur la recherche réalisée, par les

deux opérateurs de croisement, dans l’espace des programmes possibles, nous

distinguerons trois types de recherches possibles : le mélange, la diffusion et

l’exploration de la taille des programmes. Nous verrons que le CMH est quasi

exclusivement un “mélangeur” pour la Programmation Génétique Linéaire.

La société ACRI-ST , qui a co-financé ce travail, est considérablement

impliquée dans les Sciences de la Terre et dans la surveillance de l’Environ-

nement en particulier. L’objectif du chapitre 5 est de mettre en évidence

l’intérêt de méthodes issues de l’Intelligence Artificielle, comme la Program-

mation Génétique, pour les problématiques environnementales. La résolution

de problèmes inverses constituant une des applications les plus intéressantes

de la Programmation Génétique, nous utiliserons le Croisement par Maxi-

mum d’Homologie pour rechercher un modèle d’inversion des propriétés des

aérosols atmosphériques. Le problème de la recherche d’un modèle d’inver-

sion sera vu comme une modélisation statistique par apprentissage. Dans

le contexte de la modélisation statistique, nous proposerons et nous étu-

dierons les performances d’une amélioration du système de Programmation

Génétique par Pile, appelée approche par équipes de prédicteurs. Enfin, nous

verrons si les mécanismes de contrôle de taille envisagés au chapitre 4 sont

fonctionnels et permettent de rechercher de manière plus efficace des modèles

d’inversion utilisables de façon opérationnelle dans l’industrie.
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Chapitre 1

Programmation Génétique

1.1 Évolution Artificielle

C’est dans “Origin of Species by Means of Natural Selection” [24], que

Charles Darwin introduit le principe de la sélection naturelle qui unifie origine

et évolution des espèces vivantes. Les critères de bases définissant l’évolution

in vivo sont [67] :

la fécondité : les chances de reproduction d’un organisme dépendent de son

adaptation à l’environnement ;

l’hérédité : les descendants sont semblables à leurs parents, i.e. la repro-

duction est fidèle ;

la variabilité : les descendants ne sont pas identiques à leurs parents, i.e.

la reproduction n’est pas une copie parfaite.

En empruntant à la biologie ces critères, les Algorithmes Évolutionnaires

(AE) permettent de résoudre des problèmes réputés difficiles par évolution

in silico de solutions partielles ; ce domaine de recherche est appelé Évolu-

tion Artificielle (EA). Cependant l’évolution biologique ne constitue qu’une

inspiration pour l’EA, ce n’est ni une justification ni une limite.

A partir d’une population initiale P0 de solutions potentielles créées aléa-

toirement, un AE, grâce à des variations et des sélections successives, amé-

liore la qualité globale des solutions. On définit une population au temps t+1

comme :

Pt+1 = V (S(Pt))
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où V et S sont des fonctions dites de variation et de sélection. Ce proces-

sus est itéré jusqu’à ce qu’un critère d’arrêt soit atteint et une itération de

l’algorithme est appelée une génération. De façon générale, la taille de la

population est fixée a priori et n’évolue pas.

Une solution potentielle est à la fois : un génotype, un phénotype et une

adaptation. Le génotype correspond au codage de la solution, c’est le sup-

port de l’information et n’a pas d’autre signification. Celui-ci peut-être dé-

codé, par une opération dite de morphogénèse, en une forme ayant un sens

dans l’environnement, le phénotype. C’est le phénotype qui interagit avec

l’environnement, i.e. le problème à résoudre, afin de déterminer la qualité

d’une solution potentielle, c’est-à-dire son adaptation. La performance d’une

solution est appelée valeur adaptative ou fitness.

C’est la fonction de sélection S qui, appliquée dans l’espace phénotypique,

réalise le critère de fécondité en garantissant, à la génération suivante, que

les solutions les plus adaptées seront plus représentées dans la population.

De nombreux opérateurs de sélection existent, on citera par exemple la sélec-

tion proportionnelle où le nombre de copies d’une solution dans la prochaine

génération est directement proportionnel à sa valeur de fitness et la sélection

par tournoi où des sous-ensembles de la population, appelés tournois, sont

choisis aléatoirement et où seule la plus performante des solutions de chaque

tournoi est retenue pour la génération suivante. Des tournois étant organisés

jusqu’à ce que la nouvelle population soit entièrement constituée.

Les solutions sélectionnées sont modifiées par la fonction de variation

V qui est appliquée dans l’espace génotypique. Elle assure un compromis

entre les critères d’hérédité et de variabilité. En effet, trop de variations ne

permettent pas à la population de converger et la recherche est alors trop

aléatoire, tandis qu’avec trop peu de variations la population converge trop

rapidement et la recherche est susceptible de s’arrêter de façon prématu-

rée. Deux classes d’opérateurs de variations ou opérateurs génétiques sont

couramment utilisées : les opérateurs de mutation qui réalisent de petites

variations aléatoires des solutions et permettent une recherche locale ; les

opérateurs de croisement qui recombinent aléatoirement des informations

extraites de deux solutions données pour en créer de nouvelles ce qui permet
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d’exploiter les qualités des solutions présentes dans la population. On notera

que des solutions peuvent être également recopiées tel quel d’une génération

à l’autre par une opération que l’on appelle la reproduction.

D’un point de vue technique, la production d’une nouvelle population est

réalisée soit par une méthode de remplacement générationel, où les nouveaux

individus remplacent les anciens quand une population entière a été conçue,

soit par une méthode de remplacement par états fixes ou steady-state, où

les nouveaux individus remplacent les anciens au fur et à mesure de leurs

conceptions, i.e. les parents et les enfants coexistent au sein de la population

et peuvent donc être amenés à se reproduire par croisement.

Quatre grandes familles d’AE ont été définies à partir du type de codage,

de sélection, de variation et de remplacement choisi. Elles ont des propriétés

spécifiques qui leur permettent de traiter des objectifs différents :

1. Les Algorithmes Génétiques (AG) ont été introduits par Holland [42]

comme modèles de systèmes adaptatifs. Historiquement, le codage est

effectué grâce à des châınes binaires de taille fixe. Le croisement ainsi

que la mutation sont utilisés.

2. Les Stratégies d’Évolution (SE) ont été développées par Rechenberg et

Schwefel [86][94], dans le but de résoudre des problèmes d’optimisation

de paramètres discrets ou continus, principalement expérimentaux. Les

génotypes sont des vecteurs de réels. La mutation, variation gaussienne

des composantes du vecteur solution, est l’opérateur principal mais le

croisement peut-être utilisé. Le cycle évolutif utilisé est un peu différent

de ce que nous avons déjà décrit, notamment en ce qui concerne la

sélection.

3. La Programmation Évolutive (PE) a été initialement proposée par Fo-

gel [31] pour créer une nouvelle forme d’intelligence artificielle. Les so-

lutions sont représentées sous forme d’automates à États Finis. Seule

la mutation est utilisée.

4. La Programmation Génétique (PG), dont l’idée originale est souvent

disputée [21][54], a pour objectif la recherche automatique de pro-

grammes. Ces programmes sont constitués par un ensemble de taille
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variable de symboles représentant des instructions. Le croisement est

l’opérateur principal mais la mutation peut-être utilisée.

1.2 Programmation Génétique

La PG est une méthode de recherche universelle qui, à partir d’une des-

cription d’un problème donné, permet de façon automatique de trouver des

programmes qui résolvent ce problème. Ainsi, contrairement à d’autres mé-

thodes de résolution qui utilisent des représentations spécialisées, comme les

Arbres de Décisions ou les Réseaux de Neurones Artificiels, la PG utilise le

cadre représentatif très général des programmes informatiques. En PG, un

programme est une expression structurée composée d’un nombre variable de

symboles, qui doit pouvoir être interprétée ou compilée puis exécutée par une

machine.

1.2.1 PG Standard

Bien que la question de la paternité de l’invention de la PG puisse encore

être débattue [7], le travail réalisé par J. R. Koza à partir de 1989 [53] est

véritablement le point de départ de ce domaine de recherche. Dans plusieurs

ouvrages de référence [54][55][56], il jette les bases de la PG puis réalise un

vaste tour d’horizon de ses problématiques, tant théoriques que pratiques, il

montre également comment des problèmes classiques de l’Intelligence Artifi-

cielle (IA) peuvent être résolus.

Représentation arborescente

Koza propose d’utiliser des notations préfixées en langage Lisp1 pour co-

der les solutions d’un problème, ce qui permet de les évaluer directement

avec un interprète adéquat. En effet, un programme peut être vu comme

une structure hiérarchique arborescente [21]. A titre d’exemple, l’expression

1+(5−2) est équivalente à l’arbre syntaxique présenté Figure 1.1. Les nœuds

internes de l’arbre sont appelés fonctions alors que les feuilles sont appelées

1Lisp est un langage de programmation couramment utilisé en IA classique dans le
cadre du calcul symbolique.
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terminaux. La notation
(

+ 1 (− 5 2)
)

correspond à un parcours préfixé de

cet arbre et constitue une S-expression en langage Lisp. Dans cette étude, on

appellera Programmation Génétique Arborescente (PGA), un système PG

utilisant ce type de représentation.

+

1 -

5 2

Fig. 1.1 – Exemple de représentation arborescente d’un programme

Préparation d’une expérience

Avant d’entreprendre la résolution d’un problème donné, Koza préconise

quelques réflexions préparatoires, les principales étant :

1. choix de l’ensemble des terminaux, comme par exemple des variables

ou des constantes ;

2. choix de l’ensemble des fonctions, comme par exemple des opérations

mathématiques, des instructions de contrôle et de branchement ou des

fonctions spécifiques ;

3. choix de la mesure de fitness ;

4. choix des paramètres de l’expérience, comme la taille de la population,

la taille de programme maximum autorisée ou la probabilité d’applica-

tion des opérateurs génétiques ;

5. choix du critère d’arrêt.

Ces différents choix sont évidement dépendants du problème à résoudre, ils

sont souvent complexes et peuvent également s’avérer critiques. C’est pour-

quoi une bonne connaissance, à la fois du problème posé et de la PG est

nécessaire.
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Initialisation de la population

En PG, comme pour tout AE, une expérience débute par la création

d’une population initiale qui constitue toujours une étape prépondérante car

la population initiale doit être suffisamment diverse pour que la recherche

puisse correctement explorer l’espace des solutions possibles. Dans le cas de la

PG, cette diversité comprend, hormis l’influence de la taille de la population,

la répartition des fonctions et des terminaux dans les arbres, la variabilité en

profondeur (nombre de nœuds entre la racine et les feuilles des arbres) et en

taille (nombre de nœuds total des arbres) ainsi que la variabilité en forme

(arbres plus ou moins équilibrés).

Différentes stratégies ont été proposées pour initialiser la population. La

procédure est la plupart du temps récursive et tient compte de la proportion

de fonctions et de terminaux dans l’ensemble des primitives ainsi que de la

taille et de la hauteur maximum des arbres autorisée, voir [64] pour une

comparaison empirique de ces stratégies.

Opérateurs Génétiques

Pour Koza, les variations dans l’espace génotypique sont assurées par

l’opérateur de croisement, qui réalise un échange de sous-arbres entre les

individus, c’est pourquoi il préconise l’usage de grandes populations (plus

de 2000 individus) assurant une forte diversité des sous-arbres. Un exemple

de croisement produisant deux enfants est présenté Figure 1.2. Les deux

parents sont les expressions 1+(5−2) et ln(x)∗4. L’opération de croisement

consiste à choisir un nœud, i.e. un sous-arbre, dans chacun des deux parents,

en l’occurrence (5− 2) et x, puis à réaliser l’échange de ces deux sous-arbres,

ce qui permet d’obtenir deux nouveaux programmes, les enfants 1 + x et

ln(5 − 2) ∗ 4.

Koza montre que cette opération n’est pas satisfaisante car la quantité de

matériel génétique échangé est souvent trop faible. En effet, prenons l’exemple

d’un arbre binaire, c’est-à-dire que les fonctions utilisées sont toutes d’arité

2, dans ce cas plus de 50% des sous-arbres sont des terminaux et donc 50%

des sous-arbres échangés ne contiennent qu’un seul nœud. Pour éviter ce phé-
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nomène [54], Koza sélectionne de façon prioritaire (90%) les nœuds internes

des arbres et plus rarement des terminaux (10%). D’autres approches ont

également été proposées pour obtenir différentes distributions de sélection

des sous-arbres [58][39].

-

5 2
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+

1

ln 4
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4
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5 2
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Fig. 1.2 – Exemple de croisement en PGA

Des opérateurs de mutations ont également été définis en PG. La mu-

tation classique consiste à substituer à un des sous-arbres du programme à

modifier, un sous-arbre créé aléatoirement. La Figure 1.3 montre comment le

programme ln(x) ∗ 4 peut être muté en ln(1/y) ∗ 4. L’opérateur de mutation

est parfois implémenté comme un croisement entre l’arbre devant être muté

et un arbre spécifiquement créé à cet effet. Des opérateurs spécialisés dans

la mutation des constantes sont fréquemment utilisés. Ils permettent par de

petites variations de faciliter l’optimisation de ces constantes.

1.2.2 Domaines d’applications

On considère que la PG est une méthode très efficace pour la résolution

de problèmes ayant les caractéristiques suivantes :

– les relations entre les variables explicatives du problème à résoudre sont

inconnues (ou mal connues) ;
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Fig. 1.3 – Exemple de mutation en PGA

– l’identification de la taille et la forme des solutions optimales du pro-

blème à résoudre est une question à part entière ;

– une quantité de données suffisante pour permettre de décrire le pro-

blème à résoudre est disponible ;

– il est possible d’évaluer la performance d’une solution candidate ;

– les méthodes classiques de résolution mathématiques n’ont pas permis

de découvrir de solution analytique au problème ;

– une solution partielle, c’est-à-dire complète mais non optimale, du pro-

blème à résoudre est acceptable.

PG s’est d’ores et déjà illustrée comme une méthode adaptée à des tâches

de classification [10], d’approximation de fonctions [48], de prédiction de sé-

ries temporelles [30], de résolution de problèmes inverses [20], de pilotage

de robots [4], de conception de circuits électroniques [56], de recherche de

stratégies multi-agents [66], de recherche de formules scientifiques [47], de re-

cherche d’architecture de Réseaux de Neurones Artificiels [108], de création

d’algorithmes en informatique quantique [101].

1.2.3 Axes de recherches

Représentation des programmes

La question de la représentation des solutions est toujours centrale en

EA et c’est également le cas en PG, en particulier en ce qui concerne le

principe de causalité qui veut que de petites variations dans l’espace génoty-

pique induisent de petites variations dans l’espace phénotypique [88]. En PG,
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cette question revêt aussi d’autres aspects spécifiques, comme par exemple

la vitesse d’évaluation, la quantité de mémoire utilisée, la complexité des

opérateurs génétiques associés.

D’un point de vue pratique, la représentation arborescente des individus

peut être réalisée grâce à l’utilisation soit directement d’une structure d’arbre

avec pointeurs soit de châınes de symboles représentant un parcours préfixé

ou postfixé d’un arbre, voir [50]. Dans le premier cas, l’évaluation est effec-

tuée de façon récursive ce qui peut poser des problèmes de contrôle ainsi

que d’allocations et de libérations répétées de la mémoire. Dans le deuxième,

l’évaluation est itérative, les symboles étant traités séquentiellement, mais

l’identification des sous-arbres dans le but d’appliquer les opérateurs géné-

tiques est nécessaire et parfois coûteuse.

Des systèmes PG manipulant des structures linéaires ont également été

testés et ont démontré des performances équivalentes aux systèmes PGA,

comme c’est le cas dans [10]. Contrairement à la PGA, en Programmation

Génétique Linéaire (PGL), les programmes sont représentés par des séquences

d’instructions d’un langage impératif, comme le langage C ou l’assembleur.

L’évaluation d’un programme ne peut se faire de manière récursive et im-

plique l’utilisation de mécanismes supplémentaires pour le stockage des cal-

culs intermédiaires. Il existe au moins deux types de mécanismes et donc de

systèmes PGL où l’évaluation d’un programme requiert soit un nombre fini

de registres dont un est choisi pour contenir la sortie du programme [10],

soit une pile d’opérandes dont le sommet contient la sortie d’un programme

[77][102][14][100]. Dans cette étude, nous utilisons un système de Program-

mation Génétique par Pile, appelé PGP. Cependant, la majeure partie des

résultats présentés ne dépend pas du type de PGL utilisé.

Des représentations plus complexes ont été envisagées, comme la repré-

sentation de toute la population à l’aide d’un graphe acyclique direct [38]

permettant d’économiser du temps de calcul et de la mémoire ou bien encore

une représentation mixte des programmes [45], à la fois linéaire et arbores-

cente, qui semble posséder les avantages des deux types de représentations

classiques.

Nombre d’innovations dans le domaine de la représentation visent à faci-
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liter la recherche de programmes particulièrement complexes :

– les contraintes syntaxiques et le typage [70][1][100] [91][92][73]

– les fonctions et les macros [54][55][99][89][100] ;

– les itérations et la récursivité [99][89][56][100].

Neutralité

Dans la théorie darwinienne, la pression de sélection est la principale

force responsable de l’évolution. Cette vision, bien que largement acceptée,

pose néanmoins certains problèmes et ne permet pas d’expliquer toutes les

dynamiques évolutives observées dans la nature. La théorie de l’évolution

neutre, proposée par Kimura [51], permet d’expliquer le haut niveau de di-

versité génétique des populations naturelles qui est difficilement compatible

avec l’hypothèse sélectionniste. Pour Kimura, la majorité des changements

évolutifs sont dus à la fixation dans les populations, par dérive génétique,

de mutants dits neutres, c’est-à-dire des variations fréquentes qui n’ont pas

d’effets sur la fitness des individus. Ceci implique que la plupart du temps

les variations génétiques observées correspondent à des mutations neutres,

i.e. des déplacements aléatoires entre des génotypes de fitness équivalentes et

que plus rarement des variations avantageuses puissent apparâıtre. Des au-

teurs [43] ont ainsi pu envisager des dynamiques évolutives appelées marches

neutres où la population se diffuse dans des réseaux neutres (ensembles de

génotypes reliés par des mutations neutres) jusqu’à ce qu’une variation per-

mette de découvrir d’autres réseaux neutres de meilleure fitness, et ainsi de

suite.

La question de la neutralité est devenue également très importante en EA

et peut-être plus encore en PG où le degré de neutralité des problèmes trai-

tés est souvent très élevé. Les programmes obtenus avec PG contiennent de

grande quantité de code qui ne contribue pas ou très peu à la performance,

ces parties des programmes sont appelés les introns. Les introns ont fait l’ob-

jet de nombreuses études en PG par exemple [72][40][63] et leur diversité a

même amené certains auteurs à en dresser une taxonomie [3][95]. La présence

d’introns dans les programmes et plus généralement la neutralité dans l’es-

pace de recherche n’est pas nécessairement pénalisante pour le système et l’on
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cherchera, le plus souvent, plutôt à exploiter la neutralité qu’à la supprimer.

Théorème des schémas

L’espace dans lequel s’effectue la recherche des programmes est trop com-

plexe et de trop grande dimension pour que l’on puisse le décrire totalement

et l’on doit souvent, sauf à multiplier les observations empiriques, avoir re-

cours à l’intuition pour prédire le comportement d’un système PG.

La théorie des schémas est sans doute la plus aboutie des classes de mo-

dèles d’AE. Un schéma est une partition de l’espace de recherche composée de

génotypes qui partagent une caractéristique particulière. L’étude théorique

de l’évolution des schémas permet de décrire comment varie la proportion,

dans une population, des individus appartenant à un schéma donné au cours

du temps. Les travaux de Holland sur les schémas [42], repris et étendus par

Goldberg[34] et par Radcliffe[84], ont permis de mieux comprendre et d’ex-

pliquer le fonctionnement des AG, notamment avec l’étude du parallélisme

implicite, de l’hypothèse des blocs de construction et de propriétés fondamen-

tales de l’opérateur recombinaison comme par exemple le respect. On appelle

parallélisme implicite le fait que l’évaluation de la performance d’une solu-

tion donne des informations sur la performance de tous les schémas qu’elle

contient et donc que l’évaluation d’une population nous renseigne sur un

nombre de schémas beaucoup plus important que le nombre d’individus qui

la composent. L’hypothèse des blocs de construction précise que les AG sont

efficaces quand des schémas relativement courts ayant une fitness supérieure

à la moyenne sont combinés, grâce à l’opérateur de croisement, pour former

des solutions optimales ou proches d’un optimum. Le rôle d’un opérateur de

croisement est donc fondamental. Pour Radcliffe qui propose des extensions

des schémas de Holland nommées formae, il semble préférable qu’un opéra-

teur de croisement soit construit sur le principe du respect, c’est-à-dire que

le croisement de deux instances d’une forma donnée doit toujours produire

une nouvelle instance de cette même forma. Il illustre son propos avec cet

exemple :

“Si deux parents ont les yeux bleus alors tous leurs enfants obtenus
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par croisement devront avoir les yeux bleus.” (traduit de l’anglais)

En PG, c’est la représentation par des structures de tailles variables des

individus qui a rendu complexe la définition des schémas et parallèlement la

compréhension du fonctionnement de l’opérateur de recombinaison. La notion

de schéma a largement évoluée depuis les premières tentatives de définitions

pour la PG [54] et n’a vraisemblablement atteint un niveau satisfaisant que

récemment avec les travaux de Poli [60][82]. Pour Poli, cette théorie est un

outil opérationnel qui permet de décrire et de prédire le comportement des

AG et de la PG, d’expliquer pourquoi des individus sont conservés, ajoutés

ou supprimés dans la population durant l’évolution, de définir exactement ce

que sont les blocs de construction, de décrire et de prédire le comportement

des opérateurs génétiques, notamment d’en prédire le réglage optimal. A

titre d’exemples, on citera [80] où le théorème exact des schémas a permis

de réaliser une étude théorique, confirmée expérimentalement, des propriétés

de l’opérateur de recombinaison et de l’évolution de la taille des individus

en PGL et également [78] où une amélioration de la PG, appelée méthode

Tarpéienne, est directement issue de travaux théoriques sur les rapports entre

la taille et la fitness des programmes.

Opérateurs de croisement

Le rôle de l’opérateur de croisement est un des sujets les plus débattus en

PG. Ceci est dû, en partie, au fait que les connaissances et la compréhension

que nous avons du comportement, ainsi que de la fonction, de la recombi-

naison dans les AG ne peuvent être directement reprises en PG. Entre autre

l’hypothèse des blocs de construction s’est avérée difficile à transposer en PG

et la notion de schéma, des plus ardues à définir.

Aux origines de la PG, avec les travaux de Koza, les individus sont re-

présentés par des structures arborescentes en langage Lisp et le croisement

consiste en un échange de sous-arbres entre les parents. Les blocs de construc-

tion sont des sous-arbres qui contribuent de façon très positive à la perfor-

mance des individus et ont donc tendance à se répandre lorsqu’ils sont échan-

gés. Pour Koza, l’opérateur de recombinaison est central dans le processus
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de recherche.

Cependant dans [103], les auteurs s’interrogent sur la fonction de l’opé-

rateur de croisement et mettent en évidence son comportement proche de

celui d’un opérateur de macro mutation. D’après eux, PG devrait être vu

comme un système de recherche par exploration locale avec population. Un

constat similaire est dressé dans [6], où les résultats expérimentaux obtenus

en utilisant le croisement sont moins bons que lorsque la mutation est utilisée

seule. De plus, l’opérateur de croisement réalise un échange des sous-arbres

sans tenir compte du contexte ni dans lequel ils sont prélevés ni dans lequel

ils viennent s’insérer. Cette opération est considérée comme “brutale”, dans

[29], et la possibilité pour le processus évolutionnaire de faire émerger des

solutions structurées est remise en cause, ce qui est difficilement compatible

avec l’hypothèse des blocs de construction. On peut définir la brutalité de

l’opérateur comme le fait que les enfants obtenus par recombinaison stan-

dard ont une fitness majoritairement moins bonne que leurs parents et l’on

parle alors des effets délétère du croisement. Enfin, dans [79], les auteurs

montrent que l’opérateur standard est un opérateur biaisé, qui ne permet

pas de réaliser une exploration optimale de l’espace de recherche, en parti-

culier en ce qui concerne la taille des programmes. De façon générale, les

remarques précédentes valent pour toutes les représentations en tailles va-

riables, arborescentes ou linéaires.

Différentes propositions ont été faites pour définir des opérateurs ne souf-

frant pas des défauts de l’opérateur standard. On peut citer, pour la PGA :

– tenir compte du contexte (identifié par la position, la forme, la taille,

l’arité) dans lequel sont prélevés les sous-arbres [29][79] ;

– garantir que la quantité de matériel génétique échangé est identique

dans les deux parents [58] ;

– modifier la probabilité de sélection des sous-arbres par auto-adaptation

[5] ou bien en fonction de la profondeur [39].

En ce qui concerne la PGL, les propositions ont été relativement similaires :

– tenir compte du contexte (identifié par la position) dans lequel sont

prélevées les instructions [71] ;

– garantir que la quantité de matériel génétique échangé est identique
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dans les deux parents [41].

La démarche sous-jacente, commune à ces différentes tentatives de défi-

nition d’un nouvel opérateur, est de favoriser la transmission aux enfants de

certains critères partagés par les parents, autrement dit la conservation de

l’homologie parentale. L’homologie est une notion complexe à définir qui rend

compte de la similarité entre des structures pourtant différentes. Dans cette

étude, nous définissons puis nous étudions les propriétés d’un opérateur de

croisement pour la PGL qui conserve l’homologie des séquences d’instructions

des programmes.

Croissance de la taille des programmes

Une des problématiques principales en PG est la gestion de la taille des

programmes. En effet, la taille des programmes a tendance, au cours de l’évo-

lution, à crôıtre de façon exagérée, c’est-à-dire sans rapport avec les gains en

fitness, et cette croissance n’est souvent stoppée que par la limite dure que

constitue la taille maximum autorisée. Ce phénomène est appelé bloat en

anglais, c’est ce terme que nous utiliserons dans cette étude.

Le bloat constitue une réelle faiblesse pour la PG et il rend délicate son

utilisation opérationnelle, car les ressources utilisées par le système pour ré-

soudre un problème donné ne sont pas adaptées à sa difficulté, en particulier

en ce qui concerne le temps de calcul et la mémoire allouée. De plus, ce

comportement peut largement dégrader les performances en terme de fitness

des solutions découvertes. En effet, les génotypes obtenus dans un contexte

de bloat sont souvent constitués de code inutile, les introns, ce qui diminue

les effets des opérateurs génétiques et donc ralentit la recherche. Enfin, le

bloat est contradictoire avec le critère de parcimonie, couramment retenu

[80], qui veut que si des individus ont une valeur adaptative équivalente, il

est préférable de choisir les plus petits qui sont souvent plus génériques.

Plusieurs hypothèses ont été avancées pour expliquer le bloat :

1. L’hypothèse de protection [2][9][68] considère que le bloat apparâıt au

cours de l’évolution quand la population “tente” de protéger les sous-

arbres importants, i.e. ceux qui contribuent de façon très positive à la
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fitness générale, des effets destructeurs des opérateurs génétiques, en

particulier de l’opérateur de croisement.

2. Pour l’hypothèse de dérive [59][8], c’est la nature de l’espace de re-

cherche qui est en cause. En effet, durant l’évolution, la recherche dé-

bute avec des solutions ayant des génotypes courts et possédant une

valeur de fitness donnée et celle-ci s’améliore grâce à l’action conjuguée

des mécanismes de sélection et variation. Cependant, rapidement les

chances de découvrir des meilleures solutions diminuent et l’évolution

devient de plus en plus neutre car seuls des individus possédant une

valeur de fitness comparable aux individus de la population sont dé-

couverts. Comme par ailleurs, les génotypes longs correspondant à une

fitness donnée sont, dans l’espace de recherche, beaucoup plus nom-

breux que les courts, la taille moyenne des programmes dans la popu-

lation augmente systématiquement.

3. L’hypothèse du biais [96][98] met en avant le caractère dissymétrique

des effets sur la fitness des opérations de suppression et d’insertion de

sous-arbres. Les effets de la suppression d’un sous-arbre dépendent de

sa taille : peu d’effets si le sous-arbre est petit alors que pour l’insertion

aucune relation comparable n’a pu être constatée. Ainsi, les individus

dans lesquels de petits sous-arbres sont supprimés et de grands sous-

arbres ajoutés sont favorisés, c’est pourquoi, les programmes dans la

population ont tendance à crôıtre. De plus ce biais est proportionnel à la

taille des programmes ce qui peut expliquer une croissance exponentielle

de la taille.

4. L’hypothèse de difficulté [37] suppose que les rapports entre la pression

de sélection et la difficulté des problèmes à résoudre puissent influencer

la diversité dans la population ainsi que l’évolution de la taille des

programmes.

5. L’hypothèse des variations neutres [12] prétend que la croissance de la

quantité d’introns dans les programmes est directement et quasi exclu-

sivement causée par des variations neutres dans l’espace de recherche.

Toutes ces hypothèses ne sont pas nécessairement contradictoires, certaines
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étant spécialisées pour une représentation ou un opérateur particulier. Plus

généralement, nous pensons que cette multiplicité d’explications est liée à une

différence de point de vue adopté pour étudier le phénomène. Comme souvent

en science, c’est la théorie qui unifiera ces hypothèses et en l’occurrence le

théorème exact des schémas est un candidat sérieux.

La littérature en PG a produit encore plus de méthodes ”anti-bloat” que

d’explications au phénomène. Pour atteindre leur objectif, ces méthodes pro-

posent de modifier soit l’implémentation du système PG, soit la fonction fit-

ness et la fonction de sélection, soit les opérateurs génétiques. Dès les origines

[54], Koza propose de limiter dans l’implémentation la taille des programmes

à l’aide d’une taille maximum autorisée. Cependant, l’idée la plus répandue

est d’intervenir directement sur la fitness et donc sur la sélection des indivi-

dus pour limiter le nombre de programmes trop grands. Ainsi, l’utilisation

d’une pression de parcimonie, mécanisme permettant de tenir compte de la

taille lors de l’évaluation d’un programme, constante [97] ou adaptative [98],

pénalise les individus les plus complexes et limite leur développement dans

la population. On peut aussi réduire le bloat en réalisant une sélection en

deux temps des individus, avec deux tournois successifs par exemple [65], les

premiers basés sur la fitness et les seconds sur la taille. La recherche d’un

programme est donc vue comme l’optimisation des deux critères fitness et

taille, c’est pourquoi l’idée de recourir à des méthodes multi-objectifs a éga-

lement été envisagée [25]. Une autre méthode consiste à rendre dynamique

la fonction de fitness [103], par exemple en n’évaluant les programmes que

sur des sous-parties du problème à résoudre, différentes à chaque généra-

tions, on favorise ainsi les programmes les plus génériques qui sont souvent

plus courts. Les modifications de la fitness et de la sélection peuvent être

encore plus définitives, comme avec la méthode Tarpéienne [78] qui possède

de sérieuses justifications théoriques et qui propose d’éliminer, avec une cer-

taine probabilité, les individus ayant une taille supérieure à la moyenne dans

la population. Certaines méthodes ont abordé un autre aspect du problème

puisqu’elles visent à limiter la brutalité des variations génétiques, en particu-

lier celles liées à l’opérateur de croisement, qui sont susceptibles de favoriser

la croissance en taille des programmes. On pourra citer les opérateurs de



1.3. LE SYSTÈME PGP 37

croisement qui préservent le contexte [29], les opérateurs size fair [58] qui

respectent la taille et les opérateurs dits homologues qui préservent la forme

[79] ou la position dans les programmes [71] et qui ont tous démontrer une

tendance significative dans la réduction du phénomène de bloat.

1.3 Le système PGP

Dans cette étude, nous définirons un nouvel opérateur de croisement pour

la PGL et nous aurons à évaluer les performances de programmes en repré-

sentation linéaire. Nous avons choisi d’utiliser un système PGP notamment

en raison de sa simplicité d’implémentation. Le système PGP utilisé est lar-

gement inspiré des travaux de Perkis [77] et ne contient pas d’innovations

particulières ; il convient toutefois de préciser les choix techniques que nous

avons effectués.

Représentation et Évaluation des programmes

En PGP, les programmes sont codés sous formes de châınes de tailles va-

riables composées de symboles représentant des instructions du langage. Une

châıne est interprétée comme la notation polonaise inversée d’un programme,

ce qui nécessite l’utilisation d’une pile d’opérandes. A chaque instruction PGP

correspond un ensemble d’actions prédéfinies sur la pile. Par exemple quand

l’instruction ADD est reconnue trois actions sont effectuées : deux opérandes

sont dépilées puis leur somme est empilée. Une châıne est donc interprétée de

façon itérative et correspond à une séquence d’actions devant être réalisées

sur la pile.

Avec une représentation linéaire, on ne peut distinguer directement dans

la structure les fonctions des terminaux. Cependant, on peut différencier

les instructions représentant des fonctions des instructions représentant des

terminaux à partir de leurs actions sur la pile : au moins un dépilement pour

les fonctions, pas de dépilement pour les terminaux. Pour une fonction, le

nombre d’opérations de dépilement est équivalent à l’arité de cette fonction,

c’est-à-dire son nombre d’arguments.

En PGP, toutes les séquences d’instructions sont des programmes valides
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et aucune contrainte syntaxique n’est imposée. En effet, si une fonction est

détectée alors que la pile d’opérande ne contient pas suffisamment d’éléments

pour que celle-ci puisse être exécutée, l’évaluation de la châıne reprend à

l’instruction suivante, i.e. la fonction est ignorée. A titre d’exemple, la Figure

1.4 représente, en six étapes, l’évaluation du programme 1 ADD 5 2 SUB.

1 ADD 5 2 SUB

1 ADD 5 2 SUB

1 ADD 5 2 SUB 1 ADD 5 2 SUB

1 ADD 5 2 SUB

1 ADD 5 2 SUBa)

b)

c) f)

e)

d)

5

1

2

1

5

1

3

1

1

Fig. 1.4 – Évaluation d’un programme en PGP.

La première étape de l’évaluation, notée a sur la figure, correspond à une

phase préparatoire durant laquelle la pile est vidée et un pointeur est po-

sitionné sur la première instruction à interpréter. A la fin de chaque étape,

l’instruction suivante sera pointée. Durant les étapes b, d et e, des constantes

numériques, respectivement 1, 5 et 2 sont empilées. Durant l’étape f, la fonc-

tion SUB est reconnue et puisque la pile contient suffisamment d’éléments

(au moins deux), la fonction est exécutée et le résultat (3 = 5 − 2) empilé.

Par contre, durant l’étape c, la pile ne contient qu’une valeur alors que la

fonction ADD en requiert deux. Comme nous l’avons déjà précisé, dans ce cas

l’instruction ne peut être exécutée et la pile est laissée inchangée.

D’un point de vue pratique, les problèmes traités en PG nécessitent sou-
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vent de multiples interprétations des programmes pour le calcul de la fitness.

Dans ce cas, la présence des instructions inutiles décrites précédemment pour-

rait devenir très coûteuse en temps de calcul, c’est pourquoi une phase dite

de compilation permet de les identifier et de les ignorer durant chaque calcul

de fitness. Dans cette étude, on parlera de taille effective pour désigner la

taille des programmes après la phase de compilation.

Mutation et Croisement des programmes

Nous avons vu que dans le système PGP, toutes les séquences d’instruc-

tions constituent des programmes valides, c’est pourquoi il existe une grande

liberté dans la conception des opérateurs génétiques.

L’opérateur de mutation de notre système réalise trois types de variations

différentes :

– des insertions d’instructions, où une instruction du langage choisie aléa-

toirement est ajoutée à une position choisie aléatoirement dans le pro-

gramme ;

– des délétions d’instructions, où une instruction du programme choisie

aléatoirement est supprimée ;

– des substitutions d’instructions, où une instruction du programme choi-

sie aléatoirement est remplacée par une instruction du langage choisie

aléatoirement.

Seules les insertions et délétions d’instructions sont des opérations génétiques

élémentaires car la substitution peut être vue comme une composée des deux,

néanmoins l’expérience a montré qu’il est préférable que le système dispose

de cette opération.

On notera qu’un paramètre spécifique permet, indépendemment pour

chaque type de mutation (insertion, délétion et substitution), de contrôler

son taux d’application durant une expérience. Cependant, on utilisera géné-

ralement un réglage équivalent pour les trois types de mutation qui pourra

être contrôlé par un unique paramètre noté Tm . Une valeur de Tm de 1.0

signifie que les programmes sélectionnés subiront, en moyenne, une mutation

de chaque type.

L’opérateur de croisement utilisé de façon standard en PGP réalise un



40 CHAPITRE 1. PROGRAMMATION GÉNÉTIQUE

échange de suffixes quelconques entre deux châınes. La taille de ces suffixes

est la plupart du temps différente dans les deux châınes. Le taux d’application

de cet opérateur est contrôlé par un paramètre appelé Tc . Une valeur de

Tc de 1.0 signifie que l’opérateur de croisement sera appliqué sur tous les

programmes sélectionnés. Un exemple de croisement produisant deux enfants

est présenté Figure 1.5. Les deux parents sont les châınes 1 ADD 5 2 SUB et

X LOG 4 MUL. La première étape du croisement consiste à identifier un suffixe

(et donc un préfixe) dans chacun des parents, dans notre cas 5 2 SUB et 4

MUL. Durant la deuxième étape, les deux suffixes sont échangés pour obtenir

deux nouveaux programmes 1 ADD 4 MUL et X LOG 5 2 SUB.

1 ADD 5 2 SUB X LOG 4 MUL

X LOG 5 2 SUB1 ADD 4 MUL

Fig. 1.5 – Exemple de croisement en PGP

L’utilisation d’un paramètre contrôlant la taille maximum autorisée est

courante en PG [54], c’est également le cas avec PGP où nous l’appelons

λmax. Il peut arriver que l’opérateur de croisement, et plus rarement l’opé-

rateur de mutation, génère des programmes dont la taille est supérieure à

λmax. En ce qui concerne la mutation, le choix le plus naturel est d’inter-

dire l’insertion d’instruction dans les programmes de taille λmax (ainsi que la

suppression d’instruction dans des programmes de taille 1). Les choses sont

plus complexes en ce qui concerne le croisement où au moins trois possibilités

existent :

1. n’insérer dans la population que les programmes ayant une taille valide ;

2. s’assurer que les tailles des suffixes échangés permettent la création de

deux programmes ayant une taille valide ;
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3. supprimer les instructions excédentaires des programmes trop longs.

Avec la première solution, le nombre de programmes recombinés insérés dans

la population à chaque génération diminue quand les tailles des programmes

deviennent trop grandes et la valeur du paramètre Tc n’est donc pas tou-

jours respectée. La deuxième possibilité garantit que la valeur de Tc est tou-

jours respectée mais un biais est introduit dans le choix des suffixes. Prenons

l’exemple d’une recombinaison impliquant deux programmes de taille λmax.

Dans ce cas, l’opérateur de croisement se comporte comme l’opérateur uti-

lisé dans les AG avec des châınes binaires de taille fixe et n’assure plus la

redistribution des instructions entre les différentes positions des génotypes.

Enfin, avec la troisième possibilité, les deux défauts décrits précédemment

sont évités mais la recombinaison est certainement plus brutale. Dans cette

étude, nous choisissons d’utiliser cette dernière méthode et nous supprimons

les instructions excédant λmax.
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Chapitre 2

Croisement par Maximum

d’Homologie

De nombreuses critiques ont été formulées à l’encontre de l’opérateur de

croisement standard (CS) utilisé en PG, que ce soit sa version en PGA, où

il consiste à échanger des sous-arbres entre les parents ou bien en PGL, où

ce sont des séquences d’instructions de tailles variables qui sont échangées.

Ces critiques ont été détaillées dans le chapitre précédent (cf Section 1.2.3).

Nous rappellerons qu’entre autre, une forme de brutalité de la recombinaison

a été mise en évidence [2], en particulier ses effets délétères sur la fitness, et

que son comportement biaisé vis-à-vis de la taille des programmes a été clai-

rement démontré [79]. Nous avons déjà cité quelques tentatives intéressantes

pour l’amélioration des performances de la recombinaison en PG et la réduc-

tion de la brutalité, qui, soit implicitement soit explicitement, consistent à

préserver l’homologie durant une opération de croisement, voir par exemple

[29][58][71][79].

Dans ce chapitre, nous nous intéressons à la définition du concept d’ho-

mologie, en particulier à ses origines en biologie. Puis, suivant [103] où la né-

cessité de définir des opérateurs de croisement “plus homologues” avait déjà

été évoquée, nous introduirons le Croisement par Maximum d’Homologie

pour la PGL. Largement inspiré par la recombinaison homologue de l’ADN,

cet opérateur garantit qu’une des plus longues sous-séquences d’instructions

communes aux parents sera conservée et transmise à leur descendants. Nous

utiliserons le concept d’ensemble de recombinaison pour démontrer certaines

43
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propriétés théoriques du nouvel opérateur et, en dehors de toute notion de

performance, nous étudierons son comportement dynamique et son influence

sur la taille des programmes recombinés. Enfin, nous montrerons ses effets

sur le choix du site de croisement et comment la recherche est orientée vers

les régions les moins homologues des génotypes recombinés.

2.1 Homologie

2.1.1 Le concept biologique

Le concept d’homologie a été introduit en biologie et, plus précisément, en

anatomie comparée, par R. Owen qui, en 1843, caractérise pour la première

fois un organe homologue comme “le même organe quelque soit sa forme et

sa fonction” (traduit de l’anglais) [75]. C’est cette notion de “même organe”

qui dès les origines pose problème car elle est particulièrement complexe à

définir. Pour Owen, seules la structure et la localisation comptent, c’est-à-dire

que l’homologie correspond à la similarité structurelle entre des organismes

pourtant différents. Il identifie tout particulièrement des organes homologues

d’après les relations qu’ils entretiennent avec les organes voisins et il pense

que cette homologie de structure indique que des organismes distincts ont été

conçus de façon indépendante mais selon un schéma commun, un archétype.

La controverse, à l’époque, porte sur l’existence, dans ces archétypes, d’or-

ganes homologues n’ayant aucune fonction, les structures vestigiales, comme

les ailes inutiles d’une autruche par exemple. C. Darwin apporte une réponse

évolutionniste à cette question :

“Une structure est similaire parmi certains organismes parce que

ceux-ci descendent tous d’un ancêtre commun possédant lui-même

cette structure.” (traduit de l’anglais)

Ce qui permet de définir l’homologie comme la relation entre deux caractères,

comme par exemple des organes, des cellules ou des tissus, qui sont hérités,

souvent avec des divergences, d’un ancêtre commun. Cette définition de l’ho-

mologie, par filiation, ne prend tout son sens que dans un cadre taxonomique

donné. Sans un cadre taxonomique de référence, dans la mesure où l’arbre
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de la vie est unique, tout serait finalement homologue à tout.

Alors que l’homologie de structure est la première que l’on détecte et

qu’elle constitue une sorte de pari initial, l’homologie de filiation est vali-

dée par une analyse phylogénétique. La phylogénie permet de reconstituer

les liens de parenté des organismes actuels et fossiles en les comparant les

uns avec les autres. Cette comparaison ne permet pas de reconstituer des

généalogies (qui descend de qui ?) mais des phylogénies (qui est plus proche

de qui ?). Toutes les homologies de structure réfutées par l’analyse phylo-

génétique sont des homoplasies [61], c’est-à-dire des ressemblances non hé-

ritées d’un ancêtre commun. On distingue également l’homologie, processus

divergeant, de l’analogie, processus convergeant, que l’on peut définir comme

la relation entre deux caractères hérités d’ancêtres différents mais qui ont

convergé.

En biologie moléculaire, quand deux caractères, deux séquences d’ADN

par exemple, sont significativement similaires, on considère qu’elles sont ho-

mologues car la probabilité qu’elles aient été obtenues par convergence est

beaucoup trop faible. De plus, l’homologie de séquences d’ADN implique,

dans la majorité des cas, des similarités dans les structures protéiques codées

par ces séquences mais également dans leurs fonctions, et donc des simila-

rités depuis les cellules, les tissus, jusqu’aux organes correspondants. C’est

pourquoi, une des définitions moderne de l’homologie est simplement la si-

milarité du génome qui implicitement implique une relation de filiation. En

outre, cette définition présente un intérêt opérationnel décisif : l’homologie

de séquence est mesurable.

La recherche de similitude entre séquences permet de révéler des régions

homologues en se basant sur le principe de parcimonie, c’est-à-dire en consi-

dérant le minimum de changements en insertion, suppression, ou substitution

qui séparent deux séquences. On peut apprendre ainsi, par association, des

informations importantes sur la structure, la fonction ou l’évolution des bio-

molécules. Pour qualifier et quantifier la similitude entre séquences, un score

est calculé, comme par exemple la distance d’édition qui sera définie plus

loin dans ce chapitre. On utilisera dans ce mémoire, alternativement et de

façon équivalente, les notions de similitude de séquences, d’homologie ou de
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distance d’édition1.

2.1.2 Recombinaison homologue de l’ADN

L’ADN est à la base de tous les processus et de toutes les caractéristiques

des êtres vivants. C’est dans la structure de cette molécule que réside deux

aspects majeurs de la vie, la réplication et la genèse de la forme. Le processus

de réplication de l’ADN permet d’effectuer des copies des cellules ainsi que

des organismes et de les perpétuer au cours du temps, c’est donc le fil qui

nous rattache à nos ancêtres à travers l’évolution. Cependant cette copie n’est

pas parfaite, ce qui constitue une des causes de l’immense diversité génétique

que nous connaissons.

Si la copie n’est pas réalisée à l’identique, cela est en partie du à la

diplöıdie, c’est-à-dire au fait que certaines espèces possèdent deux jeux de

chromosomes dits homologues que l’on peut associer par paires. Chez ces es-

pèces, deux parents sont impliqués dans le processus de reproduction et ils

contribuent chacun pour moitié au matériel génétique de leurs descendants

en transmettant un seul jeu de chromosomes, c’est-à-dire un représentant de

chaque paire. Ce sont les cellules sexuelles des parents, les gamètes, qui en

fusionnant reforment le génome complet d’un nouvel individu. Les gamètes

sont obtenues par des divisions cellulaires spécifiques, les méioses, durant les-

quelles l’ADN est répliqué d’une façon particulière. Ces cellules sont toutes

haplöıdes, c’est-à-dire possédant un seul jeu de chromosomes, et génétique-

ment différentes car leur génome est issu d’un brassage aléatoire, avec un

représentant de chaque paire, des chromosomes parentaux. De plus, grâce à

un processus appelé recombinaison homologue de l’ADN, les chromosomes

contenus dans les gamètes sont constitués d’une redistribution de l’ADN des

chromosomes homologues parentaux. Notons que cette opération n’est pas

complètement laissée au hasard car ce processus doit garantir que les chro-

mosomes obtenus soient valides, en particulier qu’ils puissent permettre la

formation d’un nouvel individu après fusion des gamètes. Ainsi, les enfants

issus de mêmes parents sont toujours uniques (à l’exception de la gémellité)

1En fait, nous verrons qu’une très faible distance d’édition correspond à une très forte
homologie.
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ce qui permet d’assurer une importante diversité génétique intra spécifique.

La méiose est un mécanisme complexe que les biologistes ont divisé en plu-

sieurs phases et qui, à partir d’une cellule diplöıde produit quatre gamètes

toutes différentes. La recombinaison homologue de l’ADN a lieu durant le

deuxième stade, appelé zygotène, de la première prophase de la méiose. Du-

rant cette étape les chromosomes entrent tout d’abord en synapsis, ce qui

signifie qu’ils s’assemblent par paires d’homologues dans la cellule par un lent

processus d’alignement, encore mal connu, qui débute à une de leurs extrémi-

tés et qui rappelle le glissement d’une fermeture-éclair. Puis, des échanges de

matériel génétique se font, par la rupture et la réunion de fragments d’ADN ;

ces évènements sont appelés crossing-over en anglais, ce que l’on peut traduire

par enjambement ou croisement. Le crossing-over réalise ainsi une redistri-

bution des gènes dans les chromosomes. C’est le processus d’alignement qui

garantit que les gènes ou les groupes de gènes échangés sont similaires et

donc qu’ils codent pour la même fonction. Bien que l’alignement tende à

rapprocher les régions les plus homologues des chromosomes, il n’est pas tou-

jours parfaitement réalisé et il arrive que le crossing-over produise ainsi un

gène nouveau, potentiellement défectueux. Par la suite, ces nouveaux chromo-

somes sont répartis, par ségrégation, dans des cellules filles qui constitueront

les quatre gamètes produits de la division cellulaire méiotique. Il semble que

les crossing-over jouent un rôle déterminant dans la disjonction des chromo-

somes homologues appariés et que la formation d’au moins un crossing-over

par paire soit nécessaire pour que la ségrégation se déroule correctement.

2.2 Définition d’un nouvel opérateur

Dans cette section, nous introduisons un nouvel opérateur de recombi-

naison pour la PGL, le Croisement par Maximum d’Homologie (CMH). Le

CMH est un opérateur dont le fonctionnement est inspiré de la recombinai-

son homologue de l’ADN. Les programmes devant être recombinés sont tout

d’abord alignés, de façon à ce qu’un appariement de leurs instructions soit

réalisé en fonction de leur homologie, puis la recombinaison proprement dite

a lieu. Pour mesurer l’homologie pendant le processus d’alignement du CMH,
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la distance d’édition est utilisée.

2.2.1 Distance d’édition

La distance d’édition est une mesure de similarité (ou de dis-similarité)

entre châınes de taille variable. Pour effectuer un CMH, nous utilisons une

distance d’édition comparable à la distance de Levenshtein, issue de travaux

en théorie de l’information [62]. La distance de Levenshtein a été utilisée à

plusieurs reprises en PG, par exemple pour calculer ou contrôler la diver-

sité génotypique [13] ou bien pour étudier l’influence de différents opérateurs

génétiques [74]. Par définition, la distance d’édition entre deux programmes

correspond au nombre minimal d’opérations élémentaires (insertion, délétion

ou substitution) nécessaires pour transformer un programme en un autre.

Plus formellement, on définit x un programme de taille m comme une

séquence d’instructions telle que :

x = x0x1 . . . xm−1

avec ∀i ∈ [0, m − 1] xi ∈ Σ, où Σ est un alphabet composé de N symboles

correspondant à l’ensemble fini des N instructions disponibles. On appelle

P l’ensemble infini des programmes définis sur Σ. Soient x et y deux pro-

grammes de tailles respectives m et n. Soit ε une instruction supplémentaire

ne réalisant aucune fonction. Alors un alignement (x, y) de longueur p avec

x et y ∈ P et P l’ensemble infini des séquences définies sur Σ ∪ {ε }, peut

s’écrire comme suit :

(x, y) =

(

x0 x1 . . . xp−1

y0 y1 . . . yp−1

)

où :

– p ∈ [max(m, n), m + n] ;

– xi = xj ou xi =ε pour i ∈ [0, p − 1] et j ∈ [0, m − 1] ;

– yi = yj ou yi =ε pour i ∈ [0, p − 1] et j ∈ [0, n − 1] ;

– 6 ∃ i ∈ [0, p − 1] tel que xi = yi =ε ;

– la suppression des instructions ε dans x donne toujours x (de même

pour y et y).
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Dans un alignement, un appariement d’instructions
(

xi

yi

)

peut indiquer

soit une substitution de xj par yj, soit une délétion de xj (si yi =ε ), soit

une insertion de yj (si xi =ε ). On remarquera qu’un alignement (x, y) peut

également être vu comme une séquence d’opérations (insertion, délétion ou

substitution) qui permettent de transformer x en y.

On définit le coût χ d’alignement par :

χ(x, y) =

p−1
∑

i=0

C(xi, yi)

avec

C(a, b) =











C1 (insertion ou délétion) si a = ε ou bien b = ε
C2 (substitution) sinon si a 6= b

0 sinon

Soit A(x, y) l’ensemble de tous les alignements de x et y, alors la distance

d’édition entre x and y est :

D(x, y) = min
{

χ(x, y)|(x, y) ∈ A(x, y)
}

La distance d’édition est connue pour être une véritable distance au sens

classique, elle vérifie donc ∀x, y, z ∈ P :

D(x, y) = 0 ⇔ x = y (2.1)

D(x, y) > 0 ⇔ x 6= y (2.2)

D(x, y) = D(y, x) (2.3)

D(x, z) + D(z, y) ≥ D(x, y) (2.4)

En remarquant qu’une substitution est toujours équivalente à un couple

(insertion, délétion), on peut définir différents types de distance d’édition

grâce aux coûts des opérations élémentaires, C1 (insertion ou délétion) et C2

(substitution) :

– avec C1=C2=1, où le coût d’une substitution est inférieur au coût du

couple (insertion, délétion). Ce réglage est celui qui est utilisé pour le

calcul de la distance de Levenshtein. Par exemple, l’alignement
(

a

b

)

est

moins coûteux que
(

a ε
ε b

)

.
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– avec C1=1 et C2=2, où le coût d’une substitution est équivalent au

coût du couple d’une insertion et d’une délétion. Par exemple, le coût

de alignement
(

a

b

)

est identique à celui de
(

a ε
ε b

)

.

– avec C1=1 et C2=3, où les substitutions sont plus coûteuses que les

couples d’insertions et de délétions. Par exemple, le coût de alignement
(

a

b

)

est supérieur à celui de
(

a ε
ε b

)

. C’est le réglage qui sera utilisé dans

cette étude, ainsi la distance d’édition sera basée sur des alignements

ne contenant aucun mésappariement.

Comme nous l’avons vu précédemment, Section 2.1.1, la distance d’édition

D(x, y) représente également l’homologie entre x et y, on utilisera donc indif-

féremment les termes homologie et distance pour refléter la similarité entre

deux programmes2.

Cardinalité de l’alphabet

La longueur des programmes ainsi que la taille N de l’alphabet utilisé

pour les définir, sont les principales variables influant sur l’homologie. Fi-

gure 2.1, nous avons représenté la distance D(x, y) moyenne en fonction de

N , entre des programmes x et y choisis aléatoirement mais dont la taille

est identique, variant de 10 à 40 instructions. On constate qu’évidemment

la distance moyenne est nulle pour N=1 et qu’elle converge asymptotique-

ment avec N , vers le double de la taille des programmes (20, 40 , 60 et 80

instructions) ; le cas limite correspond à deux programmes n’ayant aucune

instruction en commun et donc pour transformer un programme en un autre,

il faut supprimer toutes les instructions de l’un puis insérer toutes les ins-

tructions de l’autre.

2.2.2 Meilleurs Alignements

Un alignement (x, y) est appelé meilleur alignement de x et y si et seule-

ment si χ(x, y) = D(x, y). Les meilleurs alignements dépendent de la défini-

tion de D et donc du choix de C1 et C2. La Figure 2.2 montre un exemple de

meilleur alignement entre x =CATAGA et y =CCAACTGAC. Chaque colonne de

2En fait, une très faible distance d’édition correspond à une très forte homologie.
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Fig. 2.1 – Distance d’édition en fonction de la taille de l’alphabet pour
différentes tailles de programmes

l’alignement (x, y) correspond à un des deux programmes : plus précisément,

à sa séquence d’instructions où des instructions ε ont été éventuellement in-

sérées. On peut voir que la distance entre x et y est 5, i.e. 5 opérations sont

nécessaires pour transformer x en y (4 insertions, 1 délétion).

Calcul de l’ensemble des meilleurs alignements

On note A∗(x, y) l’ensemble des meilleurs alignements de x et y. Le calcul

de A∗(x, y) peut être effectué en temps O(nm) par programmation dyna-

mique [36]. Cette méthode est classiquement utilisée en Bio-Informatique

pour aligner des séquences d’ADN.

On note ∅ la châıne de taille nulle. Soit p(x, i), un préfixe de x tel que

p(x, 0) = ∅ et ∀i ∈ [1, m], p(x, i) = x0x1 . . . xi−1. La formule de récursivité
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Opération (x, y)

C C

Insertion ε C

A A

Insertion ε A

Insertion ε C

T T

Délétion A ε
G G

A A

Insertion ε C

Fig. 2.2 – Exemple de meilleur alignement

suivante3 :

D
(

p(x, 0), p(y, 0)
)

= 0

D
(

p(x, i), p(y, j)
)

= min











D
(

p(x, i − 1), p(y, j)
)

+ C1

D
(

p(x, i), p(y, j − 1)
)

+ C1

D
(

p(x, i − 1), p(y, j − 1)
)

+ C(xi, yj)











permet de construire la matrice d’alignement T telle que :

∀i ∈ [0, m], j ∈ [0, n] T [i, j] = D
(

p(x, i), p(y, j)
)

Nous avons vu qu’un alignement peut être vu comme une séquence de

transformations élémentaires. Se déplacer d’une cellule dans la matrice T

revient à effectuer une des transformations élémentaires :

– un déplacement horizontal correspond à une insertion :
(

ε

yj

)

– un déplacement vertical correspond à une délétion :
(

xi

ε

)

– un déplacement diagonal correspond à une substitution :
(

xi

yj

)

Pour trouver A∗(x, y) il suffit de trouver toutes les séquences de transforma-

tions de T [0, 0] à T [m, n] qui donne T [m, n] = D(x, y), ce qui peut être fait

par un appel à la Procédure 1 avec ALL(x, m − 1, y, n − 1,
(

∅

∅

)

, T ).

La Figure 2.3 représente la matrice d’alignement T entre x =CATAGA

et y =CCAACTGAC. Les flèches montrent quelles sont les transformations qui

3On rappelle que dans cette étude C1=1 et C2=3.



2.2. DÉFINITION D’UN NOUVEL OPÉRATEUR 53

Algorithm 1 ALL(x, i, y, j, z, T )

if i 6= −1 then

if j 6= −1 then

if T [i + 1, j + 1] = T [i, j] + C(xi, yj) then

ALL( x, i − 1, y, j − 1,
(

xi

yj

)

� z, T )
end if

if T [i + 1, j + 1] = T [i, j + 1] + C1 then

ALL( x, i − 1, y, j,
(

xi

ε

)

� z, T )
end if

if T [i + 1, j + 1] = T [i + 1, j] + C1 then

ALL( x, i, y, j − 1,
(

ε

yi

)

� z, T )
end if

else

ALL( x, i − 1, y, −1,
(

xi

ε

)

� z, T )
end if

else if j 6= −1 then

ALL( x, −1, y, j − 1,
(

ε

yi

)

� z, T )
else

Afficher(z)
end if

C C A A C T G A C

-1 0 1 2 3 4 5 6 7 8 9

0 0 1 2 3 4 5 6 7 8 9

C 1 1 0 1 2 3 4 5 6 7 8

A 2 2 1 3 1 2 3 4 5 6 7

T 3 3 2 3 2 3 4 3 4 5 6

A 4 4 3 4 3 2 3 4 5 4 5

G 5 5 4 5 4 3 4 5 4 5 6

A 6 6 5 6 5 4 5 6 5 4 5

Fig. 2.3 – Exemple de matrice d’alignement
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permettent d’obtenir T [m, n] = 5 et définissent 4 meilleurs alignements :

1. (x, y) =

(

C ε A ε ε T A G A ε

C C A A C T ε G A C

)

2. (x, y) =

(

ε C A ε ε T A G A ε

C C A A C T ε G A C

)

3. (x, y) =

(

C ε ε A ε T A G A ε

C C A A C T ε G A C

)

4. (x, y) =

(

ε C ε A ε T A G A ε

C C A A C T ε G A C

)

Remarque Soit s(x, i), un suffixe de x tel que s(x, m) = ∅ et ∀i ∈ [0, m −
1], s(x, i) = xi . . . xm−1. On peut réécrire x, ∀i ∈ [0, m], comme la concaté-

nation d’un préfixe et d’un suffixe de x, notée p(x, i) � s(x, i). Pour tous les

couples (i, j) tels que T [i, j] appartient à un meilleur alignement de x et y,

on a :
D(x, y) = D

(

p(x, i) � s(x, i), p(y, j) � s(y, j)
)

= D
(

p(x, i), p(y, j)
)

+ D
(

s(x, i), s(y, j)
) (2.5)

Longueur d’un meilleur alignement

Soit (x, y) ∈ A∗(x, y), un meilleur alignement de longueur p entre deux

programmes x et y de longueur respective m et n. On a :

p = 1
2

(

n + m + D(x, y)
)

(2.6)

Preuve On note #(), la fonction qui donne le nombre d’ε contenus dans

une séquence d’instructions quelconque. Nous avons défini D(x, y) comme le

nombre d’insertions et de délétions nécessaires pour transformer x en y, on

a donc :

D(x, y) = #(x) + #(y)

La longueur p d’un meilleur alignement correspond au nombre d’instructions

de x et de y, c’est-à-dire que :

p = n + #(x)

= m + #(y)
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d’où
p = 1

2

(

n + #(x) + m + #(y)
)

= 1
2

(

n + m + D(x, y)
)

Cardinalité de l’ensemble des meilleurs alignements

On note ||A∗(x, y)||, le nombre de meilleurs alignements de x et y. Sachant

m, n et D(x, y), on ne connâıt pas a priori, sans faire le calcul de A∗(x, y),

la valeur de ||A∗(x, y)|| mais on peut en déterminer une borne supérieure.

En effet, dans le cas limite où toutes les instructions de x et y diffèrent,

c’est-à-dire que p = D(x, y) = m+n, il n’y a pas de contraintes d’appariement

entre les instructions de x et y et toutes les combinaisons des instructions de x

avec p−m instructions ε forment un x valide. De plus, on remarque que dans

ce cas, à un x donné correspond toujours un y et un seul. C’est pourquoi,

trouver ||A∗(x, y)|| quand toute les instructions de x et y sont différentes

revient, de façons équivalentes, à :

– soit placer toutes les instructions de x dans x : Cm
p

– soit placer toutes les instructions de y dans y : Cn
p

– soit placer tous les ε dans x : Cp−m
p

– soit placer tous les ε dans y : Cp−n
p

Dans l’autre cas limite, où toutes les instructions sont identiques, c’est-à-

dire x=y, il n’existe qu’un seul meilleur alignement possible.

Pour le cas général, où 1 ≤ D(x, y) ≤ m + n, on aura :

1 ≤ ||A∗(x, y)|| ≤ max(Cm
p , Cn

p) (2.7)

2.2.3 Recombinaison

Pour réaliser un CMH entre deux programmes x et y, un alignement (x, y)

est choisi aléatoirement dans A∗. Une fois le choix d’un meilleur alignement

effectué, la recombinaison proprement dite peut avoir lieu. Puisque x et y

sont de même longueur, les opérateurs de croisement classiquement utilisés

pour recombiner des structures de tailles fixes, comme dans le cas des AG,

peuvent être appliqués. On notera Xi(x, y) le croisement 1-point classique en

position i d’un alignement. Des variantes, 1-point, 2-points ou uniforme, du
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CMH peuvent être définies, cependant nous nous limiterons dans cette étude

au croisement 1-point, en particulier on notera CMH la version 1-point de

l’opérateur. Enfin, pour obtenir des programmes valides, les instructions ε

sont supprimées de l’alignement, on notera ϕ(x, y) = (x, y) cette opération.

Dans la Figure 2.4, un exemple de recombinaison entre x et y par CMH

est présenté en trois étapes :

1. calcul d’un meilleur alignement (x, y) ∈ A∗(x, y) et choix du site de

croisement (ici en position 4) ;

2. échange des séquences d’instructions comprises entre le site de croi-

sement et la fin de l’alignement, c’est-à-dire création de (x′, y′) =

X4(x, y) ;

3. suppression des instructions ε et obtention des enfants (x′, y′) = ϕ(x′, y′).

x y

C C

A C

T A

A A

G C

A T

G

A

C

1
=⇒

(x, y)

C C

ε C

A A

ε A

ε C

T T

A ε
G G

A A

ε C

2
=⇒

X4(x, y)

C C

ε C

A A

ε A

C ε
T T

ε A

G G

A A

C ε

3
=⇒

x′ y′

C C

A C

C A

T A

G T

A A

C G

A

Fig. 2.4 – Exemple de CMH entre x et y

2.3 Propriétés

Dans cette section, nous nous intéressons aux propriétés théoriques du

CMH qui peuvent être mises en évidence à partir de sa définition.

2.3.1 Conservation de l’homologie

Pour définir l’homologie entre deux programmes, nous avons choisi d’uti-

liser la distance d’édition qui est une mesure de similarité entre des séquences
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de symboles de taille variable. On peut montrer, qu’ainsi définie, l’homologie

est conservée par la recombinaison CMH, c’est-à-dire que les enfants obtenus

avec l’opérateur CMH sont au moins aussi homologues entre eux que le sont

leurs parents.

On appelle sous-séquence d’un programme x la séquence d’instructions

pouvant être obtenue en supprimant un certain nombre d’instructions à x

(éventuellement aucune). Plus formellement, w = w0w1 . . . wi−1 est une sous-

séquence de x = x0x1 . . . xm−1 si il existe une suite (k0, k1, . . . , ki−1) composée

d’entiers et strictement croissante telle que ∀j ∈ [0, i − 1], wj = xkj
. On

remarque qu’un programme x de taille m possède au plus 2m sous-séquences

différentes. Soient x et y, deux programmes appartenant à P , on notera

lcs(x, y) une plus longue sous-séquence commune de x et de y.

En parcourant un meilleur alignement (x, y) de longueur p entre x et y,

la sous-séquence w constituée des xi (ou yi) telle que xi = yi est toujours une

lcs(x, y)4. En effet, en appariant le plus possible d’instructions d’une lcs(x, y)

dans un alignement, on garantit que le coût d’alignement sera minimal et

donc qu’il s’agit d’un meilleur alignement. Il existe donc au moins autant

de meilleurs alignements entre deux programmes que de plus longues sous-

séquences communes.

Soit q, la longueur d’une lcs(x, y) avec x et y deux programmes de tailles

respectives m et n, et p la longueur d’un meilleur alignement (x, y) de x et

de y. La longueur q correspond aux nombres de positions de (x, y) où aucun

ε n’a été inséré, on a donc :

q = p − #(x) − #(y)

= p −D(x, y)

= 1
2

(

m + n −D(x, y)
)

Comme les q instructions d’une lcs(x, y) sont présentes aux mêmes posi-

tions dans un meilleur alignement, la fonction Xi(x, y) qui échange les suf-

fixes s(x, i) et s(y, i) lors d’une recombinaison CMH ne peut modifier leurs

4Cette assertion n’est valide que pour C2 > 2 × C1, comme c’est le cas dans notre
étude, car pour C2 ≤ 2 × C1, des mésappariements pourraient exister dans les meilleurs
alignements.
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positions. On rappelle que la fonction ϕ(x, y) permet d’extraire les sous-

séquences de x et de y qui ne contiennent pas d’instruction ε . On est donc

assuré que lcs(x, y) est également une sous-séquence commune aux enfants

(x′, y′) = ϕ
(

Xi(x, y)
)

.

En reprenant, l’exemple de la Figure 2.4, on peut identifier une lcs(x, y)

dans (x, y) aux 5 positions où aucun ε n’a été inséré, c’est-à-dire CATGA. On

peut vérifier que pour toutes les positions de l’alignement, Xi(x, y) ne modifie

pas la position des instructions de la séquence CATGA et que celle-ci est donc

une sous-séquence commune à tous les produits x′ et y′ de la recombinaison.

2.3.2 Ensemble de recombinaison en PGL

Dans [33], les auteurs ont défini le concept d’ensemble de recombinaison

dans le but d’étudier l’espace de recherche des opérateurs de croisement pour

les structures de tailles fixes. Nous proposons d’adapter cette définition dans

le cadre de la PGL.

Définition

Soit P , l’ensemble des programmes définis sur l’alphabet Σ. On définit

R, un opérateur de recombinaison en PGL, comme une fonction

R : P 2 → P(P )

qui à chaque couple de programmes de P fait correspondre une partie de P .

On appellera ensemble de recombinaison, noté R(x, y), l’ensemble des

programmes pouvant être obtenus en appliquant R au couple de parents x

et y5. De même, on notera les ensembles de recombinaison CMH(x, y) et

CS(x, y), les ensembles des programmes pouvant être obtenus en appliquant,

respectivement, les opérateurs CMH et CS au couple de parents x et y.

À partir de cette définition d’un ensemble de recombinaison, on peut

mettre en évidence quelques propriétés remarquables :

5Il est important de noter que, par convention, x et y appartiennent à R(x, y).



2.3. PROPRIÉTÉS 59

La symétrie : Cette propriété signifie que l’ensemble de recombinaison de

deux programmes est identique quelque soit l’ordre dans lequel ceux-ci sont

choisis.

R(x, y) = R(y, x) (2.8)

L’idempotence : Cette propriété signifie qu’aucun programme nouveau

ne peut-être obtenu en recombinant un programme unique.

R(x, x) = {x} (2.9)

Le respect : Cette propriété signifie que des programmes appartenant à

un même ensemble de recombinaison ne sont pas plus différents, i.e. pas plus

distants6, de leurs parents que les parents entre eux. Elle traite donc des

implications topologiques de la recombinaison. Nous avons choisi d’utiliser

le terme “respect” car le concept développé ici est comparable à celui de

Radcliffe [84], voir Section 1.2.3.

∀z ∈ R(x, y), D(x, z) ≤ D(x, y) et D(y, z) ≤ D(x, y) (2.10)

On notera que ces trois propriétés sont vérifiées par l’opérateur de croisement

utilisé dans les AG.

Ensemble de recombinaison du CMH

On peut définir formellement l’ensemble de recombinaison du CMH, comme :

∀x, y ∈ P, CMH(x, y) =
{

(x′, y′)
∣

∣ ∃i ∈ [0, p],

(x′, y′) = ϕ (Xi(x, y)) et (x, y) ∈ A∗(x, y)

avec p la longueur de (x, y)
}

6au sens de la distance d’édition.
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La symétrie : Nous avons vu que le processus d’alignement du CMH est

réalisé grâce à la distance d’édition. Comme la distance d’édition rend compte

du nombre de transformations nécessaires pour transformer un programme

en un autre, c’est une fonction symétrique (cf Équation 2.3). On peut donc

en déduire que A∗(x, y) = A∗(y, x), i.e. l’ensemble des meilleurs alignements

est également symétrique. C’est pourquoi, la recombinaison par CMH est

symétrique et donc ∀x, y ∈ P , CMH(x, y) = CMH(y, x).

L’idempotence : Dans le cas d’une recombinaison à partir d’un parent

unique, l’ensemble A∗(x, x) ne contient qu’un seul alignement ( avec x = x)

et son coût est nul. Ceci implique que les séquences échangées pendant la re-

combinaison sont identiques, puisque ∀i ∈ N, Xi(x, x) = (x, x), et qu’aucune

variation ne peut donc être attendue dans ce cas. C’est pourquoi, ∀x ∈ P ,

CMH(x, x) = {x}.

Le respect : On peut montrer que ∀x, y ∈ P , et z ∈ CMH(x, y), on a

D(x, z) + D(y, z) = D(x, y). En effet, on peut réécrire z comme la concaté-

nation d’un préfixe d’un des parents et d’un suffixe de l’autre, par exemple

∃i ∈ [0, m] et ∃j ∈ [0, n], tels que z = p(x, i) � s(y, j). La distance d’un

programme recombiné à un de ces parents est donc :

D(x, z) = D
(

p(x, i) � s(x, i), p(x, i) � s(y, j)
)

et

D(z, y) = D
(

p(x, i) � s(y, j), p(y, j) � s(y, j)
)

Par définition, on sait que le couple (i, j) correspond à une position identique

dans un meilleur alignement (x, y), l’équation 2.5 peut donc s’appliquer :

D(x, z) = 0 + D
(

s(x, i), s(y, j)
)

et

D(z, y) = D
(

p(x, i), p(y, j)
)

+ 0

On a donc :

D(x, z) + D(y, z) = D
(

s(x, i), s(y, j)
)

+ D
(

p(x, i), p(y, j)
)
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En appliquant encore l’équation 2.5, on obtient :

D(x, z) + D(y, z) = D
(

p(x, i) � s(x, i), p(y, j) � s(y, j)
)

= D(x, y)

C’est pourquoi :

∀z ∈ CMH(x, y), D(x, z) ≤ D(x, y) et D(y, z) ≤ D(x, y) (2.11)

Ensemble de recombinaison du CS

On peut définir formellement l’ensemble de recombinaison du CS, comme :

∀x, y ∈ P, CS(x, y) =
{

(x′, y′)
∣

∣ ∃i ∈ [0, m], ∃j ∈ [0, n],

x′ = p(x, i) � s(y, j) et y′ = p(y, j) � s(x, i)

avec m la taille de x et n la taille de y
}

On notera que ∀x, y ∈ P , CMH(x, y) ⊂ CS(x, y).

La symétrie : L’opérateur CS qui échange aléatoirement des séquences

d’instructions de tailles quelconques entre les parents est évidement symé-

trique. Ainsi, CS(x, y) = CS(y, x).

L’idempotence : Pour l’opérateur CS, cette propriété n’est pas vérifiée

puisque, même dans le cas d’un parent unique, des séquences de tailles diffé-

rentes peuvent être échangées. En effet, prenons l’exemple d’un programme

x de taille m composé d’une seule instruction, alors son ensemble de recom-

binaison CS(x, x) contient 2m + 1 programmes dont la taille varie entre 0 et

2m.

Le respect : On peut déduire de la propriété précédente que celle-ci n’est

pas non plus vérifiée pour l’opérateur CS puisqu’à partir d’un programme

unique x de taille m on peut obtenir des programmes z de taille 2m avec

D(x, z) = m.

On note Dxy(x, z) = D(x, z)/D(x, y), la distance entre x et z relative

à x et y. Pour visualiser la distance dans un ensemble de recombinaison,
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nous avons tracé, Figure 2.6, le contour du nuage de points de coordonnées

Dxy(x, z) en abscisse et Dxy(y, z) en ordonnée, avec z ∈ CS(x, y) et x, y ∈ P

deux parents composés de 50 instructions et P l’ensemble des programmes

définit sur Σ un alphabet de taille N . Il s’agit donc d’un nuage symétrique

par rapport à la première bissectrice. Tout d’abord, on peut vérifier que

D(x, z) et D(y, z) peuvent être au moins deux fois plus grande que D(x, y),

en particulier avec N=4. On note également que la surface du nuage décrôıt

avec N et on peut supposer que la propriété étudiée précédemment pourrait

être vérifiée pour des valeurs de N très grandes.
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Dxy(x, z)

Instructions 4
8

16
32
64

Fig. 2.5 – Opérateur CS : Distance relative aux parents en fonction de la
taille de l’alphabet dans un ensemble de recombinaison.

Nous avons tracé le même type de contour, Figure 2.5, pour des parents
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de tailles différentes et définis sur un alphabet de 16 instructions. On constate

que la surface du nuage est maximale pour des parents de tailles identiques

et qu’elle diminue quand la différence de taille augmente.
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Dxy(x, z)

Taille 50-50
40-60
25-75
10-90

Fig. 2.6 – Opérateur CS : Distance relative aux parents en fonction de la
taille des programmes dans un ensemble de recombinaison.

On notera que de telles figures n’auraient aucun intérêt dans le cas de

l’opérateur CMH, car comme nous l’indique l’équation 2.11, tous les points

de la figure se situeraient sur le segment de coordonnées (0, 1) (1, 0).

2.3.3 Lignée

Bien que le concept d’ensemble de recombinaison soit un outil pertinent

pour décrire certaines propriétés d’un opérateur de croisement, il ne permet
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pas de rendre compte des effets complexes de la recombinaison dans un sys-

tème PG, où l’opérateur de croisement est appliqué sur les meilleurs individus

qui composent la population. Ces individus sont plus ou moins divers et sont

souvent eux aussi le produit de multiples recombinaisons. Nous proposons

d’aller plus loin grâce au concept de lignée.

Définition

On appellera lignée, notée R
n(x, y), l’ensemble des programmes pouvant

être obtenus par n applications successives de R au couple de géniteurs x, y

et à tous les couples de leurs descendants tel que :

R
0(x, y) = {x, y}

R
1(x, y) = R(x, y)

R
n+1(x, y) = {R(a, b)|a, b ∈ R

n(x, y)}

De même, on notera les lignées CMHn(x, y) et CSn(x, y).

Distance dans une lignée

Nous avons tracé, Figure 2.7 et 2.8, la distance relative aux géniteurs des

lignées, respectivement CS100(x, y) et CMH100(x, y), à partir d’un échantillon

de 105 programmes, avec x, y ∈ P deux géniteurs composés de 50 instruc-

tions et P l’ensemble des programmes définit sur Σ un alphabet de taille 20.

Chaque point correspond à un programme z d’une lignée et a pour coordon-

nées Dxy(x, z) en abscisse et Dxy(y, z) en ordonnée. Il s’agit donc d’un nuage

symétrique par rapport à la première bissectrice.

Nous avons également indiqué, par une ligne pointillée, une zone rectan-

gulaire délimitant les points de coordonnées valides. En effet, conformément

à l’inégalité triangulaire7, les parties inférieure gauche, inférieure droite et

supérieure gauche des figures ne peuvent contenir aucun point puisque :

– dans la partie inférieure droite, on aurait Dxy(z, y) ≤ Dxy(z, x) − 1,

d’où D(z, y) + D(y, x) ≤ D(z, x), ce qui est impossible ;

7La distance d’édition est une véritable mesure de distance, qui respecte donc l’inégalité
triangulaire (cf Équation 2.4).
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– dans la partie supérieure gauche, on aurait Dxy(z, x) ≤ Dxy(z, y) − 1,

d’où D(z, x) + D(y, x) ≤ D(z, y), ce qui est impossible ;

– dans la partie inférieure gauche, on aurait Dxy(z, x) + Dxy(z, y) ≤ 1,

d’où D(x, z) + D(z, y) ≤ D(x, y), ce qui est impossible.
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Fig. 2.7 – Opérateur CS : Distance relative aux géniteurs d’une lignée

Pour permettre une meilleure comparaison entre les deux figures, nous

avons uniquement représenté les points de coordonnées inférieures à (3, 3).

On constate que les deux figures diffèrent nettement. Presque toute la zone

de coordonnées possibles est couverte dans le cas de l’opérateur CS et la

distance aux géniteurs a atteint des valeurs très élevées, jusqu’à 8. Avec le

CMH, le nuage de points est beaucoup plus compact et la distance relative

aux géniteurs n’est jamais supérieure à 2.
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Fig. 2.8 – Opérateur CMH : Distance relative aux géniteurs d’une lignée
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L’intérêt de ce type de figure est qu’il permet de comparer la recherche

opérée par différents opérateurs de recombinaison. Dans notre cas, on en

déduit que le CMH effectue une recherche plus locale que celle de l’opérateur

CS.

2.3.4 Taille des programmes

Dans [80][90], les auteurs ont étudié l’évolution de la taille de programmes

recombinés par l’opérateur CS sans pression de sélection, sans limite de taille

et au sein d’une population infinie. Ils ont montré théoriquement et expéri-

mentalement que la moyenne de la taille dans la population n’évolue pas mais

que la distribution de la taille converge, quelque soit la distribution initiale,

vers une distribution γ. Pour simplifier, une distribution γ est caractérisée

par une sur-représentation des valeurs faibles et par la présence de valeurs

extrêmement élevées par rapport à la moyenne.

Nous voulons comparer expérimentalement l’évolution de la distribution

de la taille induite par l’opérateur CMH à celle du CS.

Évolution de la distribution

Les Figures 2.9 et 2.10 présentent, pour les deux opérateurs, la distribu-

tion de la taille des programmes, en échelle logarithmique, aux générations

0,1,100 et 1000. Ces distributions sont des moyennes sur 200 expériences et

sont calculées à partir de l’évolution d’une population de 1000 individus sans

pression de sélection.

L’évolution de la distribution obtenue expérimentalement avec l’opérateur

CS est conforme aux conclusions de [80]. Dans le cas du CMH, l’évolution est

beaucoup moins rapide mais semble également converger vers une distribu-

tion de type γ. A la génération 1000, quand le CS est utilisé, les programmes

composés de 2 instructions sont les plus représentés avec 7.6% de la popu-

lation, pour le CMH, il s’agit de la taille 23 avec 3.4%. Il semble donc que

l’opérateur CMH soit moins biaisé, au sens de [80], que l’opérateur CS.
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Fig. 2.9 – Opérateur CS : Évolution de la distribution de la taille des pro-
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Fig. 2.10 – Opérateur CMH : Évolution de la distribution de la taille des
programmes
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2.3.5 Sélection des sites de croisement

Sites possibles

Nous avons déjà vu que l’opérateur CS échange aléatoirement des sé-

quences d’instructions de tailles quelconques entre les parents. Ces séquences

sont induites par le choix d’un couple quelconque de sites de croisement,

c’est-à-dire un site indépendamment dans chacun des parents. Dans le cas

d’un CMH, au contraire, il n’existe qu’un nombre restreint de couples de

sites de croisement possibles. Ces couples sont déterminés par l’ensemble des

meilleurs alignements qui à une instruction donnée dans un des parents fait

correspondre un nombre limité d’instructions dans l’autre8. Plus précisément,

un couple est toujours constitué de sites compris entre deux instructions d’une

plus longue sous-séquence commune aux programmes recombinés.

Prenons l’exemple de deux programmes :

x =CGCGCTCGTCCCGTGGCTTCCAAGACCTTATCGGCGTCATTAGTGA

et

y=CATCTGATGAAACGCGTGAAAGACCTTATACCTCAAA

de longueurs respectives 46 et 37 instructions. La Figure 2.11 représente un

meilleur alignement de longueur 56 entre x (x en partie supérieure) et y (y

en partie inférieure). La distance d’édition entre x et y est D(x, y) = 29.

On peut voir que les instructions communes de x et de y ont été, dans la

mesure du possible, appariées de sorte qu’une lcs(x, y), i.e. CTCGTGGCTAA-

GACCTTATCCTCAAA, de longueur 27 est présente aux mêmes positions de part

et d’autre de l’alignement.

Examinons les couples de sites possibles entre les deux premières instruc-

tions C et T de lcs(x, y). Tout d’abord, les sites 1 et 7 de l’alignement (x, y)

correspondent aux couples (C,C) et (T,T). Ce sont des instructions de lcs(x, y),

elles seront donc conservées lors d’une recombinaison CMH. Les sites 2 à 6 de

(x, y) correspondent aux couples (G,A), (C,A), (G,A), (C,A) et (T,A). Toutes les

instructions de ces couples sont situées entre les deux instructions C et T de

8On rappelle que ∀x, y ∈ P , CMH(x, y) ⊂ CS(x, y).
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CεεεεATCεTεεεGATGAAACGCεGTεεGAAAGACCTTATACεεCεTCAεεAεεεA

CGCGCεTCGTCCCGεTGεεεεGCTεTCCεεAAGACCTTATεCGGCGTCATTAGTGA

Fig. 2.11 – Le processus d’alignement révèle les régions plus ou moins ho-
mologues de x et de y.

lcs(x, y). Les instructions C, G, C, G, C et T de x seront donc échangées avec les

instructions C, A et T de y. On comprend bien, sur cet exemple, pourquoi la

recombinaison CMH échange toujours des instructions comprises entre deux

positions d’une plus longue sous-séquence commune.

Probabilité de sélection des sites

Dans le cas d’une recombinaison CS, le choix du site de croisement est

réalisé uniformément parmi toutes les instructions. A contrario, avec le CMH,

le processus d’alignement modifie la probabilité qu’un site de croisement soit

choisi entre deux instructions données. Nous avons délimitée, Figure 2.11, les

régions les moins homologues où des instructions ε ont été insérées. Du point

de vue de la recombinaison CMH, ces zones constituent les parties fragiles de

l’alignement, là où la probabilité que l’échange soit réalisé est la plus grande.

Pour bien comprendre la situation, nous avons représenté Figure 2.12

et Figure 2.13, les probabilités S(x, i) et S(y, i) que les iième et i + 1ième
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instructions de x et de y soient séparées par une recombinaison. La ligne

pleine correspond à une recombinaison CMH alors que la ligne pointillée

correspond à une recombinaison par l’opérateur CS. Pour l’opérateur CS, les

probabilités S(x, i) et S(y, i) sont indépendantes l’une de l’autre. Elles sont

constantes sur tout le génotype et valent 1/(n + 1) pour un programme de

taille n. En ce qui concerne le CMH, S(x, i) et S(y, i) varient en fonction du

nombre d’instructions ε insérées entre i et i+1 et dépendent donc du meilleur

alignement choisi. A titre d’exemple, les deux premières instructions C et A de

y sont séparées par 4 ε Figure 2.11, ce qui signifie que 5 sites de croisement

dans l’alignement entrâınent la séparation de C et A, d’où S(y, 1) = 5/(56+1)

ce qui fait trois fois plus qu’avec l’opérateur CS.

Ainsi, moins des régions sont homologues dans les programmes recombi-

nés, plus elles ont de chances d’être modifiées lors d’une recombinaison par

CMH. Cela révèle une forme d’efficacité de l’opérateur, puisque les efforts de

calculs consentis lors du processus d’alignement sont dans un sens compensés

par cette propriété qui assure que le matériel génétique échangé sera le plus

différent possible. Autrement dit, cela permet de diminuer la probabilité que

la recombinaison de parents différents ne soit qu’une simple recopie et que du

temps de calcul ne soit dépensé dans de multiples évaluations de programmes

identiques. En effet, une méthode simple et peu efficace, permettant de ga-

rantir la conservation de l’homologie, i.e. des caractéristiques communes aux

parents, durant la recombinaison aurait pu consisté à limiter au maximum les

variations liées à l’opérateur de croisement. Au contraire, avec le CMH, un

maximum de variations peuvent être espérées tout en conservant l’homologie.

2.4 Conclusion

Pour faire face aux critiques formulées à l’encontre de l’opérateur de croi-

sement utilisé de façon standard en PG, des auteurs ont préconisés l’usage

de nouveaux opérateurs de croisement plus “homologues”, c’est-à-dire garan-

tissant que certaines caractéristiques communes aux parents soient conservés

lors d’une recombinaison. Différentes tentatives avaient déjà été réalisées dans

ce sens, avec des critères d’homologie variés, portant par exemple sur la taille,
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la forme, la position ou bien la fonction du matériel génétique échangé.

Dans ce chapitre, nous avons défini un nouvel opérateur de croisement

pour la PGL, le Croisement par Maximum d’Homologie (CMH), où le critère

d’homologie retenu est la similarité de séquences des programmes, mesurée

par la distance d’édition. Lors d’une recombinaison CMH, nous avons la

garantie qu’une des plus longues sous-séquences communes aux deux parents

sera conservée chez les enfants. De plus, nous avons vu que dans la mesure du

possible le produit du croisement ne sera pas une simple recopie des parents.

Nous espérons qu’en définissant l’homologie au plus bas niveau possible, c’est-

à-dire au niveau génétique, le CMH pourra à la fois conserver la taille, la

position et la fonction du matériel génétique échangé et qu’ainsi, la brutalité

de la recombinaison en PG, i.e. ses effets délétères sur la fitness (cf Section

1.2.3), pourra être évitée.

Notons enfin que l’opérateur CMH, tel que nous l’avons défini, peut être

utilisé pour recombiner toutes formes de représentation linéaire de taille va-

riable utilisées en Évolution Artificielle.
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Chapitre 3

Homologie, neutralité et

difficulté dans les paysages de

fitness

Dans ce chapitre, nous réalisons des études préliminaires pour l’utilisation

opérationnelle du CMH. Une des principales inconnues dans ce domaine est le

réglage du taux de croisement optimal du CMH et sa capacité à fonctionner

conjointement avec l’opérateur de mutation. En effet, le fonctionnement du

CMH diffère largement de celui de l’opérateur de croisement standard et nous

avons déjà noté, en dehors de toute notion de performance, diverses influences

sur la taille et la nature des programmes recombinés.

L’utilisation de problèmes dits synthétiques pour caractériser les perfor-

mances d’un algorithme, ou d’un opérateur, est devenue classique en EA.

Cette démarche s’inscrit dans la problématique plus générale des algorithmes

d’optimisation pour lesquels la nécessité de caractériser et de classer les pro-

blèmes à optimiser est avérée. En effet, les No Free Lunch Theorems [105]

impliquent que si un algorithme est plus performant que la recherche aléatoire

pour une classe de problèmes donnée alors il existe une classe de problèmes

pour laquelle il le sera moins, et que donc, il n’existe pas d’algorithme univer-

sel qui soit toujours efficace. C’est pourquoi, une connaissance approfondie

des relations entre la performance d’un algorithme et les propriétés des pro-

blèmes traités est nécessaire. Un problème synthétique possède l’avantage

d’être, par construction, bien connu et permet souvent, de part la simplicité

75
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de l’évaluation d’un individu, d’effectuer des expérimentations plus poussées.

Par exemple, un parcours exhaustif de l’espace de recherche est parfois réa-

lisable ce qui rend possible l’énumération des optima globaux. En outre, il

possède généralement un nombre réduit de paramètres permettant d’ajuster

ces propriétés (taille, neutralité, difficulté, épistasie, . . . ) et ainsi de mieux

caractériser leurs relations avec un opérateur donné.

Cependant, les travaux existants dans le domaine de la synthèse de pro-

blèmes traitent rarement de l’Évolution Artificielle d’individus de Tailles Va-

riables (EA-TV) comme c’est le cas en PG ou avec les Messy-GA, une ex-

ception serait par exemple [23]. Or il existe des problématiques spécifiques à

l’EA-TV. L’identification des gènes, par exemple, qui, dans le cas des AG, est

triviale et liée à la position dans le génotype, est beaucoup plus complexe en

EA-TV, puisqu’un gène sera reconnu par sa forme (combinaison d’instruc-

tions) ou bien par sa fonction. Une autre spécificité de l’EA-TV est que la

neutralité des problèmes à optimiser est généralement beaucoup plus forte1.

Ceci peut s’expliquer d’une part parce qu’un gène peut se trouver à diffé-

rentes positions dans le génotype alors que sa position n’influe pas durant

l’évaluation de la performance (neutralité positionnelle), d’autre part par une

très grande quantité d’introns (neutralité fonctionnelle), liée aux mécanismes

d’évaluation par exemple. Dernière particularité : la taille variable des in-

dividus peut être considérée comme une nouvelle dimension dans l’espace

de recherche qui peut nécessiter une exploration spécifique et, par la même,

imposer l’utilisation d’opérateurs idoines.

Largement inspirés par les travaux réalisés dans le domaine des AG, nous

introduisons trois problèmes synthétiques pour l’EA-TV : le problème de

la Fitness Guidée par l’Homologie, le problème des Routes Royales et celui

des Routes Épistatiques. Pour caractériser leurs propriétés respectives, nous

utilisons la métaphore des paysages de fitness et un ensemble de mesures sur

ces paysages.

1On parle de forte neutralité quand la proportion de génotypes possédant la même
valeur de fitness est élevée.
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3.1 Paysages de fitness en EA-TV

3.1.1 Définition

Introduit par Sewall Wright [106] en 1931, le concept de paysage de fit-

ness est un des plus importants en biologie de l’évolution. Il est basé sur

l’hypothèse qu’à chaque organisme, c’est-à-dire à chaque génotype, peut-être

associée une valeur indiquant son adaptation, appelée fitness. Un arrange-

ment des génotypes décrit alors l’espace dans lequel évolue une population

soumise à la sélection naturelle. L’intérêt de cette métaphore pour les biolo-

gistes est que la topologie de tels paysages reflète directement la possibilité

pour une population d’atteindre certains génotypes (ou phénotypes).

Le concept de paysage de fitness a été également utilisé en EA [46]. Dans

ce cas, une fonction définit la fitness de chaque génotype et ceux-ci sont arran-

gés dans un ordre topologique, appelé espace des configurations, qui dépend

des opérateurs génétiques utilisés (approche“un opérateur - un paysage”[44]).

On considère souvent que deux génotypes sont voisins dans l’espace des confi-

gurations si l’on peut passer de l’un à l’autre en une seule mutation, mais

certains travaux ont également étudié l’espace des configurations lié à l’opé-

rateur de recombinaison [33]. Formellement, on définit un paysage de fitness

comme un triplet (G,V, f), avec :

– l’ensemble des génotypes G, c’est-à-dire l’ensemble des configurations,

– la fonction de voisinage V : G → P(G). ∀x, y ∈ G, V(x) est appelé

voisinage de x et on dira que y est voisin de x si y ∈ V(x).

– f : la fonction de fitness qui associe une valeur réelle à chaque élément

de G.

Dans le cadre de nos travaux, nous nous intéressons aux paysages de

fitness en EA-TV et plus particulièrement en PGL dont la spécificité réside

dans la fonction de voisinage qui doit être définie sur des châınes de taille

variable. Nous définissons le voisinage par rapport à l’opérateur de mutation,

donc aux trois opérations élémentaires qu’il réalise (insertion, délétion et

substitution). Nous avons déjà vu que la distance d’édition D rend compte

du nombre d’opérations élémentaires permettant de transformer un génotype

en un autre, on prendra donc V(x) = {y ∈ G|D(x, y) = 1}.
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On note qu’un génotype de longueur λ défini sur un alphabet Σ de taille

N possède au plus (2λ + 1) × N voisins. En effet, une borne supérieure de

la taille du voisinage peut être obtenue en comptant le nombre de mutations

M qu’il est possible d’effectuer sur un individu et en supposant que toutes

ces mutations donnent un génotype différent. On a donc :

M = λ × (N − 1) (nombre de substitutions)

+ λ (nombre de délétions)

+ (λ + 1) × N (nombre d’insertions)

= (2λ + 1) × N

3.1.2 Mesures sur les paysages

Plusieurs mesures ont été proposées et largement utilisées pour décrire les

paysages de fitness en terme de “difficulté”. Ici, la difficulté fait référence à

la capacité pour une heuristique de recherche locale d’atteindre un optimum,

c’est-à-dire que ces mesures ne sont pas conçues pour directement rendre

compte de la difficulté de l’optimisation par un algorithme manipulant une

population de solutions et utilisant un opérateur de recombinaison. Nous

verrons par la suite si ces mesures sont, dans la pratique, adaptées à la PG.

Marches Aléatoires

Soit G, l’ensemble des génotypes définis sur un alphabet Σ de taille N .

Une marche aléatoire {g1, g2, . . .} sur un paysage de fitness est une série dans

G dont g1 est le génotype initial et où gi+1 ∈ V(gi) est choisi aléatoirement.

Dans [104], Weinberger définit la fonction d’auto-corrélation et la longueur

de corrélation d’une marche aléatoire dans le but de mesurer l’épistasie, i.e.

le degré d’interaction entre les gènes, dans un paysages de fitness.

La fonction d’auto-corrélation ρ d’une fonction de fitness f est la fonction

d’auto-corrélation de la série {f(g1), f(g2), . . . , f(gl)} telle que :

ρ(s) =

∑l−s

t=1(f(gt) − f)(f(gt+s) − f)
∑l

t=1(f(gt) − f)2

avec l la longueur de la marche, s ∈ [1, l] et f = (1/l)
∑l

t=1 f(gt). On consi-

dère généralement que la valeur de ρ(s) est significativement différente de 0
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quand elle n’est pas comprise dans l’intervalle [−2/
√

l, +2/
√

l] et donc que

la fonction de fitness f n’est pas aléatoire.

La longueur de corrélation τ d’une marche aléatoire permet de mesurer

comment la corrélation décrôıt avec la distance et donc d’estimer la rugosité2

d’un paysage. Plus un paysage est rugueux plus la longueur de corrélation est

faible. A titre de comparaison, on pourra utiliser dans cette étude la Table

3.1 qui indique la longueur de corrélation τ pour différents Paysages-NK

(qui seront décrits Section 3.2.3) en fonction du paramètre K qui contrôle la

rugosité du paysage.

Tab. 3.1 – Paysages-NK, N=100 : Longueur de corrélation τ d’une marche
aléatoire.

K τ Rugosité

0 > 50 Très faible
5 47 Faible

25 17 Élevée
95 1 Très élevée

Pour calculer τ , on fait varier s de 0 à l, et la valeur de τ est donnée

par s − 1 quand pour la première fois ρ(s) est comprise dans l’intervalle

[−2/
√

l, +2/
√

l]. Autrement dit, il s’agit de la plus grande valeur de s pour

laquelle l’auto-corrélation est significative.

Marches Adaptatives

Contrairement aux marches aléatoires, où seule la notion de voisinage est

retenue pour choisir le génotype suivant de la série, dans le cas des marches

adaptatives un critère de performance supplémentaire est appliqué, tel que

seuls des déplacements améliorant la fitness soient acceptés. Il existe plusieurs

variantes de marches adaptatives ([52]) avec différents critères de sélection,

comme par exemple un des meilleurs voisins ou le premier voisin meilleur

trouvé.

2Traduction libre de l’anglais ruggedness qui signifie accidenté, ayant une surface irré-
gulière.
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Soit G, l’ensemble des génotypes définis sur un alphabet Σ de taille N .

Dans notre cas, une marche adaptative est une série {g1, g2, . . . , gt+l} dans

G dont g1 est le génotype initial et où gi+1 est le premier élément de V(gi)

trouvé qui soit plus performant que gi. Contrairement aux marches classiques,

la recherche n’est pas effectuée de manière exhaustive parmi tous les voisins

de gi mais au plus parmi (2λ+1)×N génotypes, avec λ la taille de gi, choisis

aléatoirement avec remise dans V(gi). Ceci permet de rendre compte de la

difficulté de découvrir un des voisins meilleurs dans le cas où leur densité est

faible et correspond mieux au comportement d’un système PG où la recherche

locale est effectuée “en aveugle”.

Une marche adaptative s’arrête donc quand aucun voisin meilleur n’est

découvert parmi les (2λ + 1) × N génotypes testés, c’est-à-dire que gt+l est

un optimum local. En calculant plusieurs marches, on peut donc estimer :

– la distribution de la fitness des optima locaux à partir de la distribution

des fitness finales f(gt+l).

– la distance moyenne aux optima locaux à partir de la longueur l des

marches adaptatives.

3.2 Problèmes synthétiques pour l’EA-TV

Dans cette section, nous introduisons trois problèmes synthétiques qui

tiennent compte des spécificités de l’EA-TV :

– le problème de la Fitness Guidée par l’Homologie où la fitness et la

distance à l’optimum sont totalement corrélées ;

– le problème des Routes Royales dont la taille et la neutralité peuvent

être ajustées et qui permet de mettre en évidence les effets disruptifs

d’un opérateur de recombinaison ;

– le problème des Routes Épistatiques dont la taille, la neutralité et la

rugosité peuvent être ajustées et qui permet de mettre en évidence la

difficulté d’optimiser des fonctions non-linéaires.
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3.2.1 Fitness Guidée par l’Homologie

Définition

Nous présentons ici un nouveau problème, noté FGH, pour Fitness Guidée

par l’Homologie [27], où la fitness d’un individu est donnée par son homologie,

sa distance d’édition D, à un génotype donné choisi comme unique optimum.

La fonction de fitness du problème FGH est donc une fonction fg∗ : GΣ →
N définie sur des génotypes de taille variable telle que la fitness d’un génotype

g ∈ GΣ, notée fg∗(g) soit :

fg∗(g) = D(g, g∗)

avec

– Σ un alphabet de taille N qui définit l’ensemble de tous les symboles s

possibles par locus ;

– GΣ l’ensemble fini de tous les génotypes g de taille λ ≤ λmax définis sur

Σ ;

– g∗ ∈ GΣ un génotype de taille Λ choisi comme optimum.

Le problème FGH dans le cadre de l’EA-TV est analogue au problème

de l’Unitation pour les AG. Dans ce problème, l’optimum est le génome

composé exclusivement de bits à 1 et la fitness d’un individu est donné par

son unitation, c’est-à-dire son nombre de bits à 1. Ainsi, la fitness est égale

à la distance de Hamming à l’optimum.

Analyse du paysage

Nous avons déjà vu que la taille de l’alphabet est un des paramètres qui

influence le plus la distance entre deux individus (cf. Section 2.2.1), c’est

pourquoi elle doit être prise en compte pour l’étude du paysage FGH. Nous

avons réalisé 103 marches aléatoires de longueur 1000 ainsi que 103 marches

adaptatives sur le paysage FGH, en utilisant des alphabets Σ de tailles N

différentes, N variant de 1 à 40. La taille de l’optimum g∗ est fixée à Λ=80,

la taille initiale des génotypes est choisie aléatoirement entre 1 et 80 gènes

alors que la taille maximum autorisée est λmax=100.
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La Figure 3.1 présente la longueur de corrélation τ moyenne des marches

aléatoires et son écart type en fonction de N . Pour les différentes valeurs

de N testées, τ conserve une valeur élevée et n’est pas influencée par N , ce

qui constitue un résultat attendu puisque N ne modifie pas la rugosité du

paysage et que dans tous les cas il n’existe qu’un seul optimum global (aucun

optimum local). On peut donc raisonnablement imputer les variations de τ

à des erreurs d’échantillonnages.

La Figure 3.2 présente la longueur moyenne des marches adaptatives l

et son écart type en fonction de N . On constate que, pour le cas théorique

N=1, l est proche de 40 ce qui signifie qu’en moyenne 40 pas adaptatifs sont

nécessaires pour atteindre l’optimum. Par contre, l augmente clairement avec

N et converge asymptotiquement vers 65. Ces variations de l sont dues au

fait que la distance moyenne entre deux génotypes, donc dans notre cas la

distance à l’optimum, augmente avec N (cf Figure 2.1).

Enfin, la Figure 3.3 présente la fitness moyenne d’arrêt des marches adap-

tatives, notée f(gl), c’est-à-dire la fitness du meilleur génotype trouvé, et son

écart type en fonction de N . On note que, pour N=1, f(gl) est nulle, ce qui

signifie que l’optimum a été découvert au cours de toutes les marches. Ce-

pendant, quand N augmente, l’optimum semble être de plus en plus difficile

à atteindre. Ce comportement est du à la définition des marches adapta-

tives que nous avons choisi (cf. 3.1.2). En effet, celles-ci rendent compte de la

densité des meilleurs voisins et donc de la difficulté de découvrir un meilleur

voisin quand la taille du voisinage augmente avec N . Cette définition apparâıt

satisfaisante, puisqu’on peut supposer que le problème FGH sera réellement

plus difficile à optimiser par PG pour des valeurs de N élevées.

Nous avons calculé la proportion de voisins meilleurs, pires et neutres

pour 107 génotypes. La Table 3.2 présente ces résultats en pourcentage pour

N variant de 1 à 40. On constate que la découverte de voisins meilleurs est

presque deux fois moins probable pour N=40 que pour N=1. De plus, il

s’agit ici d’une analyse moyenne sur tout le paysage et ce phénomène sera

plus important encore pour les génotypes proches de l’optimum. On remarque

également que le problème FGH est fortement neutre dès N=1 et que ceci

s’accentue pour des valeurs de N élevées.
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Fig. 3.1 – Paysage FGH, Λ=80 : Longueur de corrélation τ des marches
aléatoires en fonction de la taille N de l’alphabet

Tab. 3.2 – Paysage FGH, Λ=80 : Proportions (en %) de voisins Pires, Neutres
et Meilleurs

Λ=80
N Pires Neutres Meilleurs

1 22.70 54.54 22.74
4 19.10 61.74 19.14
8 17.71 64.50 17.78
16 15.62 68.66 15.70
24 14.41 71.05 14.52
32 13.45 73.03 13.51
40 12.57 74.71 12.70
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Fig. 3.2 – Paysage FGH, Λ=80 : Longueur l des marches adaptatives en
fonction de la taille N de l’alphabet

3.2.2 Routes Royales

Définition

Les paysages Routes Royales (RR) ont été conçus pour étudier le fonction-

nement des AG [32]. Ils permettent de décrire comment, durant le processus

évolutionnaire, des parties de la solution optimale, appelés blocs de construc-

tion, sont combinées pour produire des solutions meilleures. Peu de travaux

font référence aux RR en PG, on peut citer par exemple le problème Arbre

Royal [83], conçu pour servir de problème de référence en PGA et qui fut

utilisé dans [19] pour étudier des mesures de difficulté mais rien en ce qui

concerne les châınes de tailles variables et donc la PGL. Nous proposons ici

un nouveau type de paysage, les paysages Routes Royales pour la PGL [28],

dont l’objectif est de permettre l’étude des opérateurs de recombinaison, en

particulier, de mettre en évidence leurs effets destructifs (ou constructifs) sur

les blocs de construction.

Pour définir les RR pour l’EA-TV, nous avons choisi une famille de géno-
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Fig. 3.3 – Paysage FGH, Λ=80 : Fitness d’arrêt f(gl) des marches adapta-
tives en fonction de la taille N de l’alphabet

types à qui nous avons affecté une performance optimale puis nous les avons

“cassés” en plusieurs blocs de construction (différents).

Formellement, l’ensemble des optima est :

G∗ = {g ∈ GΣ | ∀s ∈ Σ, Bb(g, s) = 1},

avec

Bb(g, s) =

{

1 si ∃ i ∈ [0, λ − b[ | ∀ j ∈ [0, b − 1], gi+j = s,

0 sinon,

et

– b ≥ 1 la taille des blocs ;

– N le nombre de blocs opimal ;

– Σ un alphabet de taille N qui définit l’ensemble de tous les symboles s

possibles par locus ;

– GΣ l’ensemble fini de tous les génotypes g de taille λ ≤ λmax
3 définis

3λmax doit être supérieur à N × b
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sur Σ ;

– gk le kième locus de g.

Bb(g, s) rend compte de la présence (ou de l’absence) dans g d’un bloc de

s, c’est-à-dire d’une séquence contiguë d’un même symbole s. On remarque

que seule la présence d’un bloc est prise en compte, mais ni sa position

ni d’éventuelles répétitions. Le nombre de blocs correspond au nombre de

symboles s ∈ Σ pour lesquelles Bb(g, s) vaut 1. La contribution de chaque

bloc à la fitness totale est fixe, et donc la fitness fNb(g) d’un génotype fNb(g)

possédant n blocs est simplement :

fNb(g) = N − n = N −
N
∑

i=1

Bb(g, si)

On notera que la fonction fNb(g) doit être minimisée.

Le génotype g ∈ G∗ suivant est un exemple d’optimum avec Σ = {A, T, G, C},
N=4, b=3 et λ=22 :

g = AAAGTAGGGTAATTTCCCTCCC

Nous avons mis en caractère gras les séquences qui contribuent à la fitness4.

Pour pouvoir atteindre efficacement un optimum, un algorithme devra

donc créer et combiner des blocs sans détruire les structures déjà existantes.

Ce problème est dédié à l’étude des opérateurs de croisement en taille va-

riable et il est important de noter que les éventuelles recombinaison délétères

seront liées à la disparition d’un bloc, et jamais à une translocation ou une

concaténation. En d’autre termes, il n’y a pas d’épistasie inter-blocs.

Influence des paramètres

Les propriétés du problème RR dépendent du nombre de blocs N et la

taille des blocs b. Bien que ces deux paramètres ne soient pas complètement

indépendants, ils permettent dans une certaine mesure de contrôler diffé-

rents aspects du paysage. Le paramètre N détermine la taille de l’espace de

recherche mais également la taille du voisinage. De plus, il contrôle le nombre

4Bien que la dernière séquence ’CCC’ soit un bloc valide, elle ne contribue pas à la
fitness puisqu’il s’agit d’une répétition.
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de blocs à découvrir, c’est-à-dire l’effort de calcul à fournir pour résoudre le

problème. Quant au paramètre b, il a une influence directe sur le degré de neu-

tralité du paysage : plus b est grand, plus la taille des ensembles d’iso-fitness,

c’est-à-dire des génotypes ayant la même fitness, est importante.

Analyse du paysage

Cette analyse sera présentée conjointement avec celle des Routes Épista-

tiques définies ci-après.

3.2.3 Routes Épistatiques

Dans cette section, nous cherchons à définir un problème synthétique

plus proche encore des problèmes classiques de l’EA-TV, où un individu

peut être vu comme un nombre variable de gènes interagissant entre eux.

Pour modéliser ce type d’espace de recherche, on doit donc tout d’abord

être capable d’identifier les différents gènes d’un individu puis d’en définir

leurs relations. On peut atteindre cet objectif en partant des RR, définies

précédemment, où les gènes sont des blocs et en rendant la contribution à

la fitness globale de chacun des gènes dépendante de la présence des autres

blocs, comme c’est le cas dans les Paysages-NK.

Les Paysages-NK (NK), définis par Kauffman [46], constituent une famille

de problèmes permettant d’étudier comment l’épistasie est liée à la rugosité

d’un paysage et donc à sa difficulté. L’épistasie correspond au degré d’inter-

action entre les gènes alors que la rugosité est liée à la densité des optima

locaux.

La fonction de fitness d’un NK est une fonction fNK : {0, 1}N → [0, 1[

définie sur des châınes binaires composées de N loci, ie. N gènes. À chaque

locus i est associé une composante de fitness fi : {0, 1}K+1 → [0, 1[. Ces

composantes tiennent compte de la valeur du locus i mais également de la

valeur de K autres loci ( avec 0 ≤ K ≤ N − 1 ). On définit la fitness globale

fNK(x) de x ∈ {0, 1}N comme la moyenne des valeurs des N composantes

de fitness :

fNK(x) =
1

N

N
∑

i=1

fi(xi; xi1 , . . . , xiK )
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avec {i1, . . . , iK} ⊂ {1, . . . , i − 1, i + 1, . . . , N}.
Dans un NK, l’épistasie peut donc être ajustée au moyen du paramètre

K.

– Pour K=0 : la fonction de fitness est simplement additive.

– il existe un optimum unique et très attractif ;

– il existe toujours un voisin meilleur (excepté pour l’optimum global) ;

– l’optimum global peut-être atteint en N/2 pas adaptatifs en moyenne.

– Pour K=N −1 : la fonction de fitness est équivalente à un assignement

aléatoire des valeurs de fitness sur l’espace des génotypes, c’est donc un

problème difficile.

– la probabilité qu’un génotype soit un optimum local vaut 1
N+1

;

– le nombre d’optima locaux est environ 2N

N+1
;

– la distance moyenne entre les optima locaux est approximativement

2ln(N − 1).

Définition

Nous proposons une extension des RR, appelée Routes Épistatiques (RE)

[28], où l’épistasie entre les blocs peut-être contrôlée. On sait que plus un

problème est épistatique, plus son paysage de fitness est rugueux donc plus

il est difficile. Formellement, la fonction de fitness du problème RE est une

fonction fNKb : GΣ → [0, 1[ définie sur des génotypes de tailles variables.

Comme dans les RR, l’ensemble G∗ des optima possèdent N blocs de taille

b, cependant la contribution fi de chacun des blocs dépend de la présence

ou de l’absence des autres blocs. Les composantes de fitness fi sont définies

comme dans les paysages NK et la fitness fNKb(g) d’un génotype g ∈ GΣ est

la moyenne des N composantes fi :

fNKb(g) =
1

N

N
∑

i=1

fi(Bb(g, si); Bb(g, si1), . . . , Bb(g, siK))

Dans la pratique, une implémentation d’un NK sera utilisée pour le calcul

des fi et les K liens épistatiques seront choisis aléatoirement dans une châıne

binaire de taille N . La valeur du iième bit de cette châıne est égal à la valeur

du prédicat Bb(g, si) correspondant. Enfin, nous devons nous assurer que
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l’ensemble des génotypes g possédant N blocs correspond bien à la famille des

optima globaux G∗. Pour cela, après avoir exploré exhaustivement l’espace

des châınes binaires {0, 1}N pour trouver la fitness optimale du NK, nous

réalisons une permutation sur cet espace pour que l’optimum devienne 1N .

Influence des paramètres

Les propriétés du problème RE dépendent des trois paramètres N , K et b.

Les paramètres N et b ont exactement le même rôle que dans les RR, c’est-à-

dire que N contrôle le nombre de blocs et b leur taille. Le paramètre K permet

de contrôler les liens épistatiques entre les différents gènes et par la même le

nombre d’optima locaux. Pour K=0, le problème RE sera très semblable au

problème RR correspondant puisque l’insertion d’un nouveau bloc induira

toujours une augmentation de la fitness. A l’opposé, pour K=N − 1, avec un

haut degré d’épistasie, la grande majorité des “routes” mène vers des optima

locaux où l’insertion d’un nouveau bloc induira toujours une diminution de

la fitness.

Analyse du paysage

Par construction, nous connaissons bien le rôle des trois paramètres N , K

et b, cependant la définition formelle du problème RE ne nous permet pas de

déduire directement comment ils interagissent. C’est pourquoi une analyse

expérimentale est nécessaire. Nous avons donc réalisé diverses mesures sur le

paysage RE avec N=8, 10 et 16, K variant de 0 à N − 1 et b de 1 à 5. Pour

diminuer l’influence de la création aléatoire du NK, les résultats des mesures

présentées dans cette partie sont calculés en réalisant une moyenne sur 10

NK différents et pour chacun des couples N et K. Les génotypes initiaux

ont été générés en choisissant aléatoirement leur taille entre 1 et 2Nb puis

en choisissant chaque symbole s dans Σ de taille N . La taille maximum des

génotypes autorisées est λmax=100 gènes.

La longueur de corrélation τ , mesurée à partir de 103 marches aléatoires

de longueur 1000, est présentée Figure 3.4. Pour b petit, on constate qu’elle

décrôıt continûment avec K, ce qui est le résultat attendu puisque K contrôle
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la rugosité du paysage5. Par contre, quand b augmente la longueur de corré-

lation n’est plus déterminée par K.
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Fig. 3.4 – Paysage RE, N=10 : Longueur de corrélation τ des marches aléa-
toires en fonction de K

Ces résultats sont confirmés par l’étude de la distance moyenne entre les

optima locaux, obtenue à partir de 103 marches adaptatives, qui est présentée

Figure 3.5. Pour des valeurs de b faibles, la distance varie en fonction de K.

Quand b augmente, l’influence de K s’estompe, et les marches deviennent

plus courtes car elles s’arrêtent plus souvent sur les plateaux neutres.

Pour mesurer le taux de neutralité du problème RE, nous avons calculé la

proportion de voisins neutres pour 107 génotypes. La Table 3.3 présente ces

résultats en pourcentage pour N=10, K=0 et b variant de 1 à 5. On constate

que dès b=1 le problème est majoritairement neutre et que quand b augmente

la quasi totalité des voisins sont neutres.

5Les valeurs de τ présentées ici peuvent être comparées à celles de la Table 3.1 pour les
Paysages-NK.
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Fig. 3.5 – Paysage RE, N=10 : Longueur l des marches adaptatives en
fonction de K

Tab. 3.3 – Paysage RE, N=10 : Proportions (en %) de voisins Pires, Neutres
et Meilleurs

N=10, K=0
b Pires Neutres Meilleurs

1 15.18 69.739 15.07
2 9.29 81.412 9.28
3 1.78 96.429 1.78
4 0.25 99.495 0.25
5 0.03 99.929 0.03
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3.3 Résultats Expérimentaux

Dans cette section, nous comparons les résultats obtenus par PGL avec les

opérateurs CS et CMH sur les trois problèmes synthétiques que nous avons

introduits. Nous voulons principalement trouver les réglages optimaux des

taux de mutation (Tm ) et de croisement (Tc ), c’est-à-dire les réglages qui

donnent les meilleurs résultats en terme de fitness moyenne, c’est pourquoi

nous avons fait varier Tm (de 0 à 2) et Tc (de 0 à 1). On notera que pour Tm

=1, chaque individu impliqué dans le processus de reproduction subira, en

moyenne, une mutation de chaque type (insertion, délétion et substitution).

On notera également que le processus de recombinaison entrâıne toujours

la création de deux individus. Pour chacun de ces réglages, 50 expériences

indépendantes sont réalisées. Un test de Student, avec 95% de confiance, est

utilisé pour déterminer si les résultats obtenus sont statistiquement différents

les uns des autres.

3.3.1 Paramètres de l’algorithme

Nous utilisons une population de 1000 individus créés aléatoirement. Dans

la population initiale, la taille de création des individus est distribuée uni-

formément entre 1 et λc=50 gènes choisis aléatoirement dans un alphabet de

N symboles, N étant dépendant du problème traité. Durant les expériences,

la taille des individus est limitée à λmax=100 gènes. L’évolution, avec éli-

tisme, sélection par tournoi de 166 individus et remplacement steady-state

est limitée à T générations7, T étant dépendant du problème traité.

3.3.2 Fitness Guidée par l’Homologie

Nous avons réalisé un ensemble d’expériences sur le problème FGH avec

T=50 générations, la taille de l’optimum Λ=80 et la taille de l’alphabet

N=10. On rappelle que la longueur des marches adaptatives pour Λ=80 et

6L’influence de la taille du tournoi sera étudiée Section 4.1.4.
7Dans un système steady-state, le concept de génération est artificiel et n’est utilisé

que pour permettre la comparaison avec les systèmes générationels. Ici, une génération
correspond à un nombre de remplacements égal au nombre d’individus dans la population,
i.e. 1000.
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N=10 (cf fig 3.2) est supérieure à 50, ce qui signifie que si l’opérateur de

croisement utilisé n’a pas d’effets positifs sur la convergence, l’optimum sera

rarement découvert.

Tab. 3.4 – Meilleurs résultats trouvés sur le problème FGH.
Type de Fitness Taux de Génération

Croisement Moyenne Succès Moyenne

CS 2.2(σ=1.5) 10% 49.4
CMH 0.1(σ=0.4) 90% 28.6

La Table 3.4 rapporte les résultats trouvés avec les deux opérateurs CS

et CMH pour les réglages optimaux de Tm et Tc . On rappelle que le but

est de minimiser la fitness puisqu’il s’agit de la distance à l’optimum. On

constate que pour ce problème, le CMH est plus efficace que l’opérateur

CS, puisque l’optimum est découvert beaucoup plus souvent, environ 90%

des expériences, avec CMH et seulement 10% dans le cas du CS. De plus,

nous avons rapporté la génération moyenne de découverte de l’optimum, on

constate qu’en utilisant le CMH, la convergence est également plus rapide.

Les figures 3.6 et 3.7 présentent la fitness moyenne du meilleur individu

trouvé en fonction de Tm et Tc pour les deux opérateurs de croisement. Ce type

de figure permet de visualiser les zones d’efficacité des opérateurs. Dans les

deux cas, l’application de l’opérateur de mutation est nécessaire mais Tm doit

rester limité. Par contre, le taux de recombinaison optimal est faible pour CS

(0.2) et très élevé pour CMH (1.0). Un taux de croisement élevé associé à un

taux de mutation relativement faible est proche de ce qui est préconisé pour

les AG. Ce constat ainsi que les résultats expérimentaux sur ce problème

tendent à confirmer que le CMH induit une dynamique de recherche plus

proche de celle de l’opérateur de recombinaison des AG que de celle du CS.

En effet, dans les AG, la corrélation entre la fitness et la distance à l’optimum

a été proposée comme une mesure de difficulté des paysages (cf.[44]).
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0

10

20

30

40

50

60

F
it
n
es

s

0 0.2 0.4 0.6 0.8 1 1.2 1.4 1.6 1.8 2

Tm

0

0.2

0.4

0.6

0.8

1
T c

Fig. 3.6 – Problème FGH, Λ=80, N=10 et CS : Fitness moyenne en fonction
de Tm et Tc .
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Fig. 3.7 – Problème FGH, Λ=80, N=10 et CMH : Fitness moyenne en fonc-
tion de Tm et Tc .
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Effets du croisement

On s’intéresse aux effets du croisement dans le processus de recherche,

en particulier quelle part de la convergence et de l’amélioration de la fit-

ness durant l’évolution est due à la recombinaison. Dans ce qui suit, nous

distinguerons, (cf. Figure 3.8) :

– les croisements dits Avantageux (notés A), pour lesquels au moins un

enfant (Ei) est plus performant que le meilleur de ses parents (P1) ;

– les croisements dits Délétères (notés D), pour lesquels les deux parents

(P1 et P2) sont plus performants que le meilleur de leurs enfants ;

– les croisements dits Neutres (notés N), pour les autres cas.
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Fig. 3.8 – Exemples de croisements Délétères, Neutres et Avantageux.

Nous avons rapporté, Table 3.5, les proportions moyennes (exprimées en

pourcentage) des croisements de type D, N et A obtenues pour le réglage op-

timal de Tm et Tc pour CS et CMH. On constate que les deux opérateurs ont

des effets très différents, puisque la quasi totalité des croisements réalisés avec

l’opérateur CS entrâınent une dégradation de la fitness, alors qu’avec l’opé-

rateur CMH, la très grande majorité des croisements sont neutres8. De plus,

on constate une proportion de croisements A significative quand l’opérateur

CMH est utilisé.

Nous avons également tracé les effets des deux opérateurs en fonction de

la fitness parentale (cf. Figures 3.9 et 3.10). Les valeurs de fitness élevées

8On note que pour pour N=10, l’analyse du paysage a montré qu’environ 65% des
voisins sont neutres.
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Tab. 3.5 – Proportions (en %) des croisements Délétères, Neutres et Avan-
tageux sur le problème FGH.

Type de Λ=80, N=10
Croisement D N A

CS 93.66 5.18 1.15
CMH 0.17 93.00 6.82

correspondent au début des expériences, où la probabilité de détruire des

structures existantes est faible, alors que les valeurs de fitness faibles corres-

pondent à la fin, où les individus recombinés sont complexes et la probabilité

d’améliorer leurs performances est plus faible.

Dans le cas du CS, les croisements de type D, N et A sont en propor-

tion comparable au début de l’évolution, puis, rapidement, la proportion de

croisements D augmente pour dépasser 90%, tandis que la proportion de croi-

sements N diminue pour atteindre un niveau résiduel d’environ 5%. Enfin,

la proportion de croisements A est rapidement négligeable et laisse suppo-

ser que les gains en fitness obtenus durant la convergence ne peuvent être

imputés à l’opérateur de recombinaison.

Les effets du CMH sont, pour les valeurs de fitness élevées, majoritaire-

ment neutres avec une proportion de croisement A significative, autour de

40%. Les proportions des croisements A et N ont par la suite une évolution

symétrique où les croisements N deviennent largement prépondérants tandis

que les croisements A tendent lentement à disparâıtre. On remarque que la

proportion de croisements D est extrêmement faible et qu’ils n’apparaissent

qu’au début de la convergence, sans doute quand des individus trop peu

homologues sont recombinés, c’est-à-dire que peu de structures communes

existent et donc ne peuvent être conservées.

3.3.3 Routes Royales

Nous avons réalisé un ensemble d’expériences sur le problème RR avec

T=400 générations, pour N=8, 10, 16 et b=5.

La Table 3.6 présente les résultats obtenus avec les deux opérateurs CS
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Fig. 3.9 – Problème FGH, Λ=80, N=10 et CS : Proportions (en %) des croi-
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Tab. 3.6 – Meilleurs résultats trouvés sur le problème RR.
Type de Fitness Taux de Génération

Croisement Moyenne Succès Moyenne

N=8
CS 0.0(σ=0) 100% 131.1(σ=42.7)

CMH 0.0(σ=0) 100% 82.4(σ=32.4)

N=10
CS 1.0(σ=0.6) 36% 367.5(σ=73.4)

CMH 0.4(σ=0.5) 62% 308.7(σ=71.8)

N=16
CS 8.8(σ=0.6) 0% -

CMH 7.8(σ=0.6) 0% -

et CMH pour les réglages optimaux de Tm et Tc . La valeur de fitness, qui

correspond au nombre moyen de blocs non trouvés et doit donc être minimi-

sée, indique une performance supérieure du CMH par rapport au CS pour les

différentes expériences réalisées. Les taux de succès montrent que la difficulté

du problème est croissante avec N . Ceci s’explique d’une part par une pro-

babilité de découvrir un bloc plus faible pour N grand, mais également parce

que, par exemple pour le cas N=16, la taille de l’optimum représente 80% de

la taille maximum autorisée, ce qui constitue une contrainte suplémentaire

pour l’algorithme. Enfin, la génération moyenne de découverte de l’optimum

est inférieure dans le cas du CMH, indiquant une convergence plus rapide.

Les Figures 3.11 et 3.12 présentent la fitness moyenne du meilleur individu

trouvé en fonction de Tm et Tc pour les deux opérateurs de croisement sur

le problème RR avec N=10 ; l’influence de Tm et Tc étant comparable pour

les autres valeurs de N testées. On remarque que pour CS et CMH, les

meilleures performances ont été obtenues avec Tm très élevé (2.0). Ceci est

vraisemblablement lié à la recherche de nouveaux blocs qui, n’étant pas guidée

par la fitness, nécessite une forte exploration locale. Quant à l’influence de Tc

, elle diffère totalement entre les opérateurs CS et CMH. En effet, quand CS

est utilisé, le réglage optimal de Tc est très faible (0.2) alors qu’il est maximal

(1.0) avec le CMH.
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Fig. 3.11 – Problème RR, N=10 et CS : Fitness moyenne en fonction de Tm
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Évolution de la taille

Pour N=8 et b = 5, le plus petit des optima est de taille 40 et donc, pour

résoudre ce problème l’algorithme n’a pas besoin de manipuler des génotypes

de grandes tailles. Cependant, en étudiant la taille moyenne du meilleur in-

dividu dans la population finale en fonction de Tm et Tc (cf. Figures 3.13 et

3.14), on constate que dans la grande majorité des expériences réalisées avec

le CS, la taille maximum autorisée (100 gènes) est atteinte. Plus précisément,

dès que l’opérateur de recombinaison est appliqué (Tc ≥ 0.2), et indépendam-

ment de Tm (sauf pour Tm =0), la taille moyenne est supérieure à 90 gènes.

On reconnâıt ici le phénomène de bloat propre au CS. Au contraire, pour les

expériences réalisées avec le CMH, c’est l’opérateur de mutation qui influe le

plus sur le nombre de gènes. L’opérateur CMH est donc plus parcimonieux

que le CS sur ce problème.

Pour N=16 et b=5, les performances du CMH sont assez proche de celles

du CS. On peut expliquer ce phénomène par un excès de parcimonie, c’est-à-

dire par une difficulté spécifique pour l’opérateur CMH d’orienter la recherche

vers des individus composés d’au moins 80 gènes, la taille du plus petit des

optima. La Figure 3.15 montre l’évolution de la taille moyenne des individus

pour les opérateurs CS et CMH. On note qu’avec l’opérateur CS la taille croit

très rapidement et ne semble être limitée que par la taille maximum autorisée

(100 gènes). Dans le cas du CMH, l’évolution est plus lente et n’atteint la

valeur critique de 80 que tardivement entre les générations 250 et 300.

Effets du croisement

Nous avons rapporté, Table 3.7, les proportions moyennes (exprimées en

pourcentage) des croisements D, N et A obtenues pour le réglage optimal de

Tm et Tc pour CS et CMH. On constate que les deux opérateurs ont des effets

très différents, puisque la quasi totalité, autour de 80%, des croisements réali-

sés avec l’opérateur CS entrainent une dégradation de la fitness, alors qu’avec

l’opérateur CMH, la très grande majorité, plus de 90%, des croisements sont
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Fig. 3.15 – Problème RR, N=16 : Évolution de la taille moyenne.

neutres 9. De plus, on constate une proportion de croisements A très faible,

mais significative, quand l’opérateur CMH est utilisé.

Tab. 3.7 – Proportions (en %) des croisements Délétères, Neutres et Avan-
tageux sur le problème RR.

Type de N=8 et K=5 N=16 et K=5
Croisement D N A D N A

CS 79.47 20.43 0.09 76.12 23.78 0.08
CMH 9.21 90.68 0.29 7.44 93.33 0.21

Nous avons également tracé les effets des deux opérateurs en fonction du

nombre de blocs parental moyen. (cf. Figures 3.16 et 3.17). Les nombres de

blocs élevés correspondent à la fin des expériences, où les individus recombi-

nés sont complexes et la probabilité d’améliorer leurs performances est plus

faible.

9On note que pour pour N=8 ou 16, l’analyse du paysage a montré qu’environ 99.9%
des voisins sont neutres.
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L’opérateur CS est massivement neutre au début de la convergence, puis

devient majoritairement délétère avec l’augmentation du nombre de blocs, et

donc une probabilité de détruire un bloc plus élevée. Cependant, on constate

une proportion de croisements N toujours significative et jamais inférieure

à 30%. Enfin, les croisements A sont peu nombreux et disparaissent entre

5 et 6 blocs. Les effets du CMH sont, au début des expériences, fortement

neutres avec une proportion de croisement A significative, plus de 10%. Les

proportions des croisements A et N ont par la suite une évolution symétrique

où la proportion de croisements N augmentent tandis que les croisements A

tendent lentement à disparâıtre. On remarque que la proportion de croise-

ments D est extrêmement faible et qu’ils n’apparaissent qu’au début de la

convergence, sans doute quand des individus trop peu homologues sont re-

combinés, c’est-à-dire que les blocs contenus dans les génotypes parentaux

différent et ne sont pas protégés par le processus d’alignement.

Les problèmes synthétiques du type des RR ont pour objectif, comme

dans les AG, de confirmer l’hypothèse des blocs de construction qui suppose

que des blocs de construction présents dans les individus lors d’un croise-

ment peuvent être combinés pour former des blocs plus longs et ainsi créer

des individus meilleurs. On constate que le comportement de l’opérateur CS

ne permet pas de tenir cette hypothèse puisque CS tend à casser les blocs

de grande dimension. Au contraire, les résultats expérimentaux du CMH

montrent qu’il préserve les blocs et permet parfois de les recombiner, même

quand ceux-ci représentent une part importante du génome, comme quand

N=16 et b=5, où 80 gènes, sur 100 au maximum, participent à l’évaluation

de la performance.

3.3.4 Routes Épistatiques

Nous avons réalisé une série d’expériences sur le problème RE sur T=400

générations, pour N=8, 10, 16, b=5 et K variant de 0 à N/2. Les réglages

de Tm et Tc sont choisis d’après les résultats obtenus sur le problème RR,

c’est-à-dire Tm =2.0, identique pour les expériences avec CMH et CS, et Tc

=1.0 pour le CMH alors que Tc =0.2 pour le CS.
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Nous avons tracé (cf. Figure 3.18) l’évolution du nombre moyen de blocs

trouvés pour N=10 10 et K=0, 2, 5. On note, conformément à nos attentes,

une difficulté croissante avec K puisque le problème est presque complète-

ment résolu pour K=0 alors que moins de deux blocs sont découverts en

moyenne pour K=5. On sait que pour K grand, il n’existe pas de routes

vers l’optimum par agrégations successives de blocs car les liens épistatiques

qui rendent dépendante la contribution de chacun des blocs à la présence

(ou à l’absence) des autres impose une dynamique particulière de création et

de suppression des blocs que ni le CMH ni le CS ne peuvent assurer. Pour

K=0 et 2, le CMH permet de trouver, en moyenne, un demi bloc de plus que

lorsque le CS est utilisé, cependant cette différence est nulle pour K=5.

Le paramètre K permet de contrôler la rugosité du paysage RE, c’est-à-

dire le nombre d’optima locaux. Contrairement au paysage RR où un opti-

mum unique existe et peut-être atteint en augmentant continûment le nombre

10Les autres valeurs de N testées ont donné des résultats comparables.



106 CHAPITRE 3. HOMOLOGIE, NEUTRALITÉ ET DIFFICULTÉ

de blocs différents dans les programmes, la présence d’optima locaux dans les

paysages RE implique que le système doit être capable à la fois de conserver

certains blocs et d’en détruire d’autres.

En comparant les courbes d’évolution des deux opérateurs, on remarque

que l’avantage du CMH sur le CS apparâıt dès les premières générations puis

que celui-ci reste stable au cours de l’évolution. On peut raisonnablement

supposer que la convergence s’effectue en fait en deux temps. Au début du

processus, les blocs présents dans la population initiale sont assemblés pour

former des individus plus performants : c’est là que le comportement homo-

logue du CMH est prépondérant. Puis, dans un deuxième temps, quand la

population s’est homogénéiser, le rôle de l’opérateur de croisement diminue

et c’est l’opérateur de mutation qui permet d’obtenir d’éventuels gains en

fitness.

3.4 Conclusion

Dans ce chapitre nous proposons trois problèmes synthétiques pour l’Évo-

lution Artificielle en Taille Variable dont certaines caractéristiques, comme

la neutralité et la rugosité, peuvent être ajustées. Tout d’abord, nous avons

voulu vérifier, à l’aide de la métaphore des paysages de fitness et de mesures

de difficulté sur ces paysages, si les paramètres d’ajustement des problèmes

avaient les effets attendus. Nous avons vu que la présence de neutralité af-

fecte la qualité des mesures ce qui rend délicate leur utilisation pour prédire

la difficulté des problèmes en PG.

Sur ces trois problèmes, nous avons comparé les performances de l’opéra-

teur de Croisement utilisé de façon Standard (CS) en PGL et de l’opérateur

de Croisement par Maximum d’Homologie (CMH). Nous avons vu que quand

la fitness et la distance à l’optimum sont fortement corrélées dans un paysage

de recherche, et en dépit d’une neutralité élevée, le CMH est plus efficace que

le CS. Nous pensons que cela illustre la propriété théorique du respect (cf

Équation 2.11) basée sur la distance dans les ensembles de recombinaison.

Nous avons observé également que le CMH préserve les structures communes

durant les opérations de recombinaison, ce qui permet d’exploiter, mieux que
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dans le cas de l’opérateur CS, les différentes qualités des individus présents

dans la population. C’est ici la propriété de conservation de l’homologie (cf.

Section 2.3.1) par le CMH qui est mise en évidence expérimentalement. Ce-

pendant, cet avantage du CMH sur le CS ne semble plus décisif si l’épistasie

du problème à résoudre est trop élevée. Ceci s’explique par l’incapacité du

CMH à détruire les structures communes qui le rend fortement sensible à la

présence d’optima locaux dans les paysages et au phénomène de convergence

prématurée de la population.

L’étude des effets délétères du croisement sur la fitness confirme empiri-

quement notre hypothèse de départ, sur les relations entre la brutalité de la

recombinaison et l’homologie. En effet, contrairement au CS dont les effets

sont majoritairement délétères, l’opérateur CMH est très souvent sélective-

ment neutre et permet même d’espérer des gains en fitness plus fréquents. De

plus, conformément à l’hypothèse de protection (cf. Section 1.2.3) qui consi-

dère que la croissance incontrôlée des programmes, appelée bloat, est liée à

une forme de protection de la population vis à vis de la brutalité de la re-

combinaison, l’utilisation du CMH, c’est-à-dire, comme nous l’avons vu, d’un

opérateur moins brutal, diminue significativement la taille des programmes

dans la population. Cependant, cette limitation pourrait poser certaines dif-

ficultés, selon le problème à résoudre, par exemple en ne permettant pas au

système d’explorer suffisamment l’espace de la taille des programmes si cela

s’avérait nécessaire.

Les problèmes synthétiques présentés dans ce chapitre ont l’avantage

d’être par construction bien définis et de mettre en évidence certaines proprié-

tés spécifiques des opérateurs génétiques. Cependant, ils sont loin de refléter

entièrement la complexité des problèmes réels, c’est pourquoi l’étude expéri-

mentale des propriétés du CMH sera poursuivie dans le prochain chapitre.
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Chapitre 4

Homologie, taille et diversité

des programmes

Dans ce chapitre, nous nous intéressons aux propriétés des populations

recombinées par les deux opérateurs CS et CMH. Nous avons déjà vu que sur

un paysage plat, la distribution de la taille des programmes diffère nettement

entre les deux opérateurs. Nous voulons maintenant connâıtre, quand une

pression de sélection est appliquée, comment le nombre d’instructions varie

dans la population et plus généralement comparer l’évolution des populations

recombinées, en particulier en ce qui concerne la diversité des programmes.

Pour cela, nous utiliserons un problème de Régression Symbolique Booléenne

qui fait référence en PG. Par la suite nous verrons comment grâce au CMH

il est possible de contrôler la taille des programmes pour lutter contre le

phénomène de bloat tout en garantissant un bon compromis fitness vs taille.

Enfin, nous discuterons de ce qui différencie la recherche effectuée par les

deux opérateurs CMH et CS.

4.1 Propriétés des populations recombinées

Pour confirmer les résultats expérimentaux obtenus avec le CMH et le CS

dans le chapitre précédent et étudier les populations recombinées, nous utili-

sons un problème de Régression Symbolique Booléenne appelé Even Parity.

109
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4.1.1 Régression Symbolique Booléenne

La régression symbolique consiste à rechercher une expression mathéma-

tique, dans notre cas sous la forme d’un programme de PGL, qui permette

d’approximer au mieux (ce qui reste à définir) une fonction donnée. De ma-

nière générale, cette fonction n’est pas connue et la recherche s’effectue à

partir d’un ensemble d’exemples, le jeu d’apprentissage, illustrant les rela-

tions entre les entrées et les sorties de la fonction à approximer.

En Régression Symbolique Booléenne (RSB), la fonction recherchée est

une fonction dont les entrées et les sorties sont binaires. Des problèmes de ré-

férence de ce type existent depuis les origines de la PG [54], dans les domaines

du multiplexage et de la parité par exemple, et ont pour objectif l’évaluation

de la capacité de la PG à découvrir une expression logique directement uti-

lisable en électronique programmable. Nous nous intéressons à la RSB tout

d’abord parce qu’elle constitue une première étape vers la Régression Sym-

bolique Réelle, qui est un de nos objectifs. Le choix du jeux d’instructions

est simple et il n’existe pas de problématiques spécifiques à la génération et

à l’optimisation des constantes. De plus des travaux récents [81] ont proposé

une implémentation très efficace de l’exécution et de l’évaluation de la fitness

de programmes booléens, basée sur le constat qu’un unique processeur n bits

peut être vu comme n processeurs 1 bit fonctionnant en parallèle. Cette im-

plémentation a permis dans notre cas d’accélérer le système en divisant par

32 le temps de calcul.

Définition du problème

Dans cette section, nous traitons un problème de parité appelé en anglais

Even Parity dont l’objectif est de découvrir une fonction E recevant en entrée

un vecteur (b1, b2, . . . , bN ) de N bits et renvoyant 1 si le nombre de bits à 1

dans ce vecteur est paire et 0 sinon. Une expression simple utilisant des OU

exclusifs (XOR en anglais)1, notés ⊕, permet de résoudre ce problème :

E(b1, b2, . . . , bN ) = (b1 ⊕ b2 . . . ⊕ bN )

1On rappelle que XOR(a, b) = (ab) + (ab).
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Nous évaluons cette expression pour construire le jeux d’apprentissage A qui

contient, dans tous les cas, pour les 2N vecteurs vi d’entrées possibles, la

valeur de la fonction E.

Le système PGP décrit Section 1.3 est utilisé et la sortie o(p) d’un pro-

gramme p sera lue au sommet de la pile d’opérandes. En PG, le problème est

trivial et n’a pas d’intérêt si le OU exclusif est utilisé dans le jeux d’instruc-

tions. Le jeux d’instructions Σ comprend donc :

– une instruction logique, notée NOT, d’arité 1 ;

– deux instructions logiques, notées AND et OR, d’arité 2 ;

– une instruction logique, notée IF, d’arité 3 telle que 2 :

IF(c, x, y) = (cx) + (cy) ;

– une instruction spécifique de manipulation de la pile d’opérandes, notée

DUP, d’arité 1 qui duplique le sommet de la pile.

On remarque l’absence de terminaux dans le jeux d’instructions. En effet,

des test préliminaires ont montré que le système était plus performant quand

la pile d’opérandes est systématiquement initialisée avec les N bit d’entrée

du problème. Plus généralement, quand toutes les variables d’entrées pré-

sentes dans un ensemble d’apprentissage sont nécessaires à la résolution d’un

problème, une stratégie similaire pourra être étudiée.

Pour le problème Even Parity, on définit la fonction de fitness fN :

{0, 1}N → R d’un programme p ∈ P , avec P l’ensemble des programmes défi-

nit sur Σ et A l’ensemble d’apprentissage contentant les 2N vecteurs d’entrées

vi, comme la somme des erreurs absolues commises sur A telle que :

fN (x) =
1

2N

2N
∑

i=1

|oi(p) − E(vi)|

avec oi(p) la sortie de p pour le iième vecteur de A. Il convient donc de

minimiser cette fonction pour résoudre le problème Even Parity.

Analyse du paysage

Nous avons réalisé 103 marches aléatoires de longueur 1000 et autant de

marches adaptatives sur le paysage Even Parity avec N=8 et 10. La longueur

2Notons que IF(a, b, b) = XOR(a, b)
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de corrélation τ moyenne est égale à 17.35 pour N=8 et 14.16 pour N=10,

ce qui correspond à un paysage corrélé mais rugueux (cf Table 3.1). On peut

comparer ces valeurs à celles obtenues pour le problème RE (cf Figure 3.4) et

ainsi supposer que le problème ne sera cependant pas très difficile à résoudre

par PG. La longueur des marches adaptatives l est extrêmement faible avec

l=1.19 pour N=8 et l=1.07 pour N=10, ce qui signifie que la quasi totalité

des programmes évalués se sont avérés être des optima locaux. On note éga-

lement que la fitness moyenne des optima locaux pour N=8 et 10 est égale

à 0.5, c’est-à-dire que pour la moitié des vecteurs d’entrées testés les pro-

grammes évalués ont donné la bonne réponse. Ce phénomène correspond en

fait à des programmes très nombreux (plus de 90% de l’espace de recherche)

dont la sortie est une constante (0 ou 1) quelque soit le vecteur d’entrée. En-

fin, nous avons trouvé, en testant 107 programmes, une proportion de voisins

neutres de plus de 99% pour N=8 et 10, ce qui indique un paysage massive-

ment neutre. Cependant, il faut tenir compte de la remarque précédente et

donc du fait que près de 90% des programmes testés avaient la même fitness.

On peut supposer que le nombre de voisins neutres diminue quand on explore

des régions de l’espace de fitness élevée.

4.1.2 Paramètres de l’algorithme

Nous utilisons une population de 1000 individus créés aléatoirement. Dans

la population initiale, la taille de création des individus est distribuée unifor-

mément entre 1 et λc gènes choisis aléatoirement dans le jeux d’instruction.

Nous avons testé les performances du système pour λc=25, 50 et 75. Durant

les expériences, la taille des individus est limitée à λmax=100 gènes. L’évo-

lution, avec élitisme, sélection par tournoi de 16 individus3 et remplacement

steady-state est limitée à 100 générations.

4.1.3 Résultats expérimentaux

Dans cette section, nous comparons les résultats obtenus par PGL avec

les opérateurs CS et CMH sur le problème Even Parity pour N=8 et 10.

3L’influence de la taille du tournoi sera étudiée plus loin dans cette section.
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Nous voulons, entre autre, trouver les réglages optimaux de Tm et Tc , c’est-

à-dire les réglages qui donnent les meilleurs résultats en terme de fitness

moyenne, c’est pourquoi nous avons fait varier Tm (de 0 à 2) et Tc (de 0 à 1).

Pour chaque réglage, 50 expériences indépendantes sont réalisées. Un test de

Student, avec 95% de confiance, est utilisé pour déterminer si les résultats

obtenus sont statistiquement différents les uns des autres.

La Table 4.1 rapporte les résultats trouvés pour N=8 avec les deux opé-

rateurs CS et CMH pour les réglages optimaux de Tm et Tc . Le taux de

succès indique que le problème est facilement résolu, sans différence statisti-

quement significative, quelque soit l’opérateur de croisement utilisé. La géné-

ration moyenne de découverte de l’optimum montre que l’opérateur CS est

plus performant que le CMH en ce qui concerne le nombre de programmes

évalués. Cependant, si l’on considère la taille moyenne et la taille effective4

moyenne du meilleur programme, on note qu’avec le CMH, les programmes

sont au moins deux fois plus petits. Ainsi en dépit de l’effort de calcul lié

au processus d’alignement du CMH et du nombre de générations nécessaires

à la convergence, les expériences réalisées avec le CMH se sont avérées plus

rapides et donc, en terme de temps de calcul, le CMH accélère le processus

évolutionnaire.

Tab. 4.1 – Meilleurs résultats trouvés sur le problème Even Parity avec N=8.
Type de Taux de Génération Taille Taille Effective
Croisement Succès Moyenne Moyenne Moyenne

λc = 25
CS 98% 63(σ=13) 84(σ=17) 54(σ=12)

CMH 95% 74(σ=9) 31(σ=5) 27(σ=4)

λc = 50
CS 98% 63(σ=14) 87(σ=17) 59(σ=12)

CMH 100% 60(σ=11) 32(σ=4) 27(σ=3)

λc = 75
CS 98% 67(σ=15) 84(σ=16) 60(σ=11)

CMH 98% 65(σ=12) 40(σ=5) 31(σ=4)

4On rappelle que la taille effective correspond à la taille des programmes après la phase
de compilation décrite Section 1.3.
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Exemples : Nous présentons un programme de fitness optimale et de taille

effective 63 obtenu avec le CS pour λc = 50 :

X1 X2 X3 X4 X5 X6 X7 X8 DUP OR DUP NOT IFT DUP NOT IFT DUP OR

DUP NOT IFT NOT NOT DUP AND DUP DUP AND NOT NOT NOT DUP NOT

IFT DUP DUP AND AND DUP NOT NOT NOT DUP DUP AND AND DUP NOT

NOT OR DUP OR NOT AND DUP AND NOT NOT NOT DUP OR NOT

ainsi qu’un programme de fitness optimale et de taille effective 26 obtenu

avec le CMH pour λc = 50 :

X1 X2 X3 X4 X5 X6 X7 X8 DUP NOT IFT NOT NOT DUP DUP AND NOT

IFT NOT OR DUP NOT IFT DUP NOT NOT

On notera que pour faciliter la compréhension, nous avons ajouté, aux deux

programmes précédents, un préfixe X1 X2 X3 X4 X5 X6 X7 X8 qui est pré-

sent de manière implicite suite à l’initialisation automatique de la pile d’opé-

randes.

La Table 4.2 présente les résultats obtenus pour N=10 avec les deux opé-

rateurs CS et CMH pour les réglages optimaux de Tm et Tc . Avec l’opérateur

CS, le problème est facile à résoudre pour toutes les valeurs de λc alors que

lorsque le CMH est utilisé, un taux de succès très faible (30%) est rapporté

pour λc=25 mais statistiquement équivalent à celui du CS pour λc ≥ 50.

Les performances du système quand l’opérateur CMH est utilisé sont donc

dépendantes de λc. On note également que la taille ainsi que la taille effec-

tive des programmes obtenus en utilisant l’opérateur CMH sont nettement

inférieures à celles rapportées pour le CS.

Les Figures 4.1 et 4.2 présentent la fitness moyenne du meilleur individu

trouvé en fonction de Tm et Tc pour les deux opérateurs de croisement sur

le problème Even Parity avec N=8 et λc=50 ; l’influence de Tm et Tc étant

comparable pour N=10 ainsi que pour les autres valeurs de λc testées. Quand

l’opérateur CS est utilisé conjointement avec l’opérateur de mutation, la réso-

lution du problème Even Parity ne nécessite pas un réglage très précis de Tm

et Tc . Cependant, on note que les meilleurs résultats du CS ont été obtenus

pour Tm =0.4 et Tc =0.6. Par contre, avec l’opérateur CMH, une recherche

fine du réglage optimal, en particulier de Tm , est nécessaire. La plus petite
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Tab. 4.2 – Meilleurs résultats trouvés sur le problème Even Parity avec
N=10.

Type de Taux de Génération Taille Taille Effective
Croisement Succès Moyenne Moyenne Moyenne

λc = 25
CS 90% 65(σ=17) 80(σ=19) 61(σ=17)

CMH 30% 80(σ=11) 28(σ=2) 26(σ=2)

λc = 50
CS 88% 69(σ=13) 90(σ=14) 67(σ=14)

CMH 82% 83(σ=6) 30(σ=4) 27(σ=3)

λc = 75
CS 84% 72(σ=17) 83(σ=19) 66(σ=19)

CMH 88% 80(σ=5) 41(σ=10) 36(σ=7)

valeur de fitness trouvée correspond à Tm =1.2 et Tc compris entre 0.4 et 1.0.

Nous avons déjà vu que le comportement du CMH est plus proche de celui de

l’opérateur de recombinaison des AG que celui de l’opérateur CS, c’est pour-

quoi des méthodes permettant de lutter contre la convergence prématurée,

comme la mutation, sont adaptées.

Évolution de la taille

Nous avons rapporté (Figures 4.3 et 4.4) la taille moyenne du meilleur

individu à la génération 1005 en fonction de Tm et Tc pour N=8 et λc=50.

Dans les populations recombinées par CS (avec Tc > 0), la taille est toujours

supérieure à 50 gènes et l’on note que celle-ci augmente avec Tm et Tc .

Dans le cas du CMH, elle est toujours inférieure à 50 gènes et n’est que très

légèrement influencée par Tc alors qu’elle augmente régulièrement avec Tm .

Avec l’opérateur CS, la courbe d’évolution de la taille moyenne du meilleur

individu trouvé (cf. Figure 4.5), pour N=8 et λc=50 et pour le réglage opti-

mal de Tm et Tc , montre une croissance très importante qui apparâıt dès les

premières générations et n’est stoppée que par la limite λmax = 100, c’est le

phénomène de bloat. Lorsque le CMH est utilisée, cette croissance est lente

pendant les quarante premières générations et devient quasi nulle jusqu’à la

5Les échelles utilisées différent entre les deux figures.
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Fig. 4.1 – Problème Even Parity, N=8 et CS : Fitness moyenne en fonction
de Tm et Tc .
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Fig. 4.2 – Problème Even Parity, N=8 et CMH : Fitness moyenne en fonction
de Tm et Tc .
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Fig. 4.3 – Problème Even Parity, N=8 et CS : Taille moyenne en fonction
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génération d’arrêt. C’est cette faible augmentation de la taille durant l’évo-

lution qui explique les performances réduites obtenues avec le CMH pour des

valeurs de λc trop petites.
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Fig. 4.5 – Problème Even Parity, N=8 : Évolution de la taille moyenne.

Nous avons recherché les valeurs de Tm et Tc optimales sur le problème

Even Parity avec N=10 et λc = 50, avec les mêmes paramètres que pré-

cédemment mais nous avons fixé λmax à 200 gènes. La Table 4.3 donne les

résultats obtenus pour le réglage optimal qui s’est avéré être identique à

celui des expériences précédentes. On remarque clairement une dégradation

des performances pour l’opérateur CS, en particulier le taux de succès chute

de près de 25% alors que les expériences menées avec le CMH ont donné

des résultats identiques, ce qui signifie que la limite en taille n’a jamais été

atteinte.

On peut donc décrire le comportement des deux opérateurs comme suit :

– Avec le CS, les performances dépendent fortement de la taille maxi-

mum autorisée λmax et sont peu (voire pas) influencées par la taille de

création λc ;
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Tab. 4.3 – Meilleurs résultats trouvés sur le problème Even Parity avec
N=10, λc=50 et λmax=200.

Type de Taux de Génération Taille Taille Effective
Croisement Succès Moyenne Moyenne Moyenne

CS 66% 56(σ=16) 126(σ=27) 92(σ=23)

CMH 82% 83(σ=6) 30(σ=4) 27(σ=3)

– Avec le CMH, les performances dépendent fortement de la taille de

création λc et sont peu (voire pas) influencées par la taille maximum

autorisée λmax.

Effets du croisement

Nous avons rapporté, Table 4.4, les proportions moyennes (exprimées en

pourcentage) des croisements D, N et A obtenues pour le réglage optimal

de Tm et Tc pour CS et CMH. On constate que les deux opérateurs ont

des effets différents, en fait presque symétriques, puisque près des deux tiers

des croisements réalisés avec l’opérateur CS entrâınent une dégradation de

la fitness, alors qu’avec l’opérateur CMH, une large majorité, plus de 75%

des croisements sont neutres6. La proportion de croisements A est très faible

pour les deux opérateurs avec un petit avantage pour le CMH.

Tab. 4.4 – Proportions (en %) des croisements Délétères, Neutres et Avan-
tageux sur le problème Even Parity.

Type de N=8 N=10
Croisement D N A D N A

CS 66.90 33.02 0.08 70.08 29.81 0.10
CMH 22.45 77.44 0.10 23.47 76.34 0.17

Nous avons également tracé les effets des deux opérateurs en fonction

de la fitness parentale (cf. Figures 4.6 et 4.7). Les valeurs de fitness élevées

correspondent au début des expériences, où la probabilité de détruire des

6On note que pour pour N=10, l’analyse du paysage a montré qu’environ 99% des
voisins sont neutres.
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structures existantes est faible, alors que les valeurs de fitness faibles corres-

pondent à la fin, où les individus recombinés sont complexes et la probabilité

d’améliorer leurs performances est plus faible. Ces figures confirment les ré-

sultats obtenus au chapitre précédent (cf. Section 3.3.2 et 3.3.3) et montrent

expérimentalement que le CMH est moins brutal que l’opérateur CS.

4.1.4 Étude de la population

Les performances d’un opérateur génétique dépendent du problème à ré-

soudre et de la structure de la population. Cette population étant, elle même,

le produit des opérateurs génétiques, nous nous intéressons aux différentes

propriétés de la population en fonction de l’opérateur de recombinaison uti-

lisé.

Populations finales

Nous avons représenté (cf. Figures 4.8 et 4.9) pour les deux opérateurs,

un échantillon composé de 200 individus (sur 1000) d’une des populations

finales obtenues avec le meilleur réglage de Tm et Tc pour N=8 et λc=50.

Pour construire cet échantillon, nous avons sélectionné uniquement des pro-

grammes dont la valeur de fitness est nulle, c’est-à-dire ceux qui répondent

parfaitement au problème Even Parity. Chaque ligne correspond au géno-

type d’un des 200 individus après la phase de compilation, c’est-à-dire que

les instructions non exécutées sont supprimées. Nous avons donné une couleur

(nuance de gris) différente à chacune des 5 instructions qui compose les pro-

grammes puis nous les avons disposées, de gauche à droite, suivant leur ordre

d’exécution. Enfin, nous nous sommes servi de la couleur des instructions

pour établir un ordre lexicographique qui permet de trier les programmes

verticalement.

La différence la plus remarquable entre ces deux figures, et sans doute

la plus importante, concerne la taille des individus qui est presque trois fois

moins importante quand l’opérateur CMH est utilisé. La variabilité des gé-

notypes semble, même en tenant compte de la différence de taille, plus im-

portante avec l’opérateur CS et l’on pourra s’étonner, dans les deux cas, du
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Fig. 4.6 – Problème Even Parity, N=10 et CS : Proportions (en %) des croi-
sements Délétères, Neutres et Avantageux en fonction de la fitness parentale
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Fig. 4.8 – Problème Even Parity, N=8 et CS : Échantillon d’une population
finale.

Fig. 4.9 – Problème Even Parity, N=8 et CMH : Échantillon d’une popula-
tion finale.
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nombre de génotypes différents ayant une valeur de fitness nulle. Il semble

également, pour l’opérateur CS, que plusieurs sous-populations coexistent

dans l’échantillon final alors que ce phénomène n’apparâıt pas pour le CMH.

Cela nous invite à envisager, dans le futur, l’utilisation conjointe du CMH

et de modèles de populations en ı̂les pour “forcer” l’existence de multiples

populations.

On remarque, pour les deux opérateurs, deux parties distinctes dans les

génotypes. La première, à gauche des figures, où les programmes sont plus

ou moins similaires entre eux et semblent partager des structures communes

et une deuxième partie, à droite, où de nettes différences existent7. Tout ce

passe comme si les premières instructions des programmes s’étaient stabili-

sées et que la recherche ne s’effectuait plus que sur les dernières instructions.

On se souviendra d’une part, que nous avons initialisé, avant chaque exé-

cution d’un programme, la pile d’opérandes avec les N entrées, ici 8, du

problème à résoudre et d’autre part qu’aucun terminal n’est présent dans le

jeux d’instructions. Ceci implique que les effets des premières instructions des

programmes soient décisifs puisque une entrée pourrait être définitivement

perdue, avec une séquence “DUP, NOT, AND” par exemple. D’un autre côté,

les dernières instructions exécutées sont également déterminantes puisque la

valeur de sortie d’un programme est lue au sommet de la pile.

Polymorphisme

On s’intéresse au polymorphisme de la population, c’est-à-dire à la diver-

sité des programmes. Plusieurs mesures de la diversité existent et ont d’ores

et déjà été utilisées en PG [15].

Nous utilisons l’entropie comme mesure de la diversité phénotypique,

c’est-à-dire de la variabilité des valeurs de fitness dans une population. On

notera Zphen(M), l’entropie d’une population M , dont les individus possèdent

7Pour nous en assurer, nous avons réalisé les mêmes figures mais en parcourant les
programmes dans l’ordre inverse, c’est-à-dire que les dernières instructions dans l’ordre
d’exécution ont été examinées en premier pour déterminer l’ordre lexicographique. Dans
ces cas, nous avons constaté que pour les deux opérateurs à peine 5 instructions étaient
partagées par tous les programmes.
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n valeurs de fitness différentes, telle que :

Zphen(M) = −
n
∑

k=1

pk × log(pk)

avec pk la proportion des individus de M possédant la kième valeur de fitness.

Une valeur de Zphen(M) élevée indique une forte diversité phénotypique.

Nous utilisons l’homologie relative moyenne de la population comme me-

sure de la diversité génotypique, c’est-à-dire de la variabilité des génotypes

dans une population. La taille moyenne des individus diffère largement en

fonction de l’opérateur de recombinaison utilisé, c’est pourquoi l’homologie

est rapportée au nombre d’instructions des programmes. Ainsi, on notera

Zgen(M) ∈ [0, 1], l’homologie relative moyenne d’une population M , compo-

sée de n individus, telle que :

Zgen(M) =
2

n(n − 1)

n−1
∑

i=1

n
∑

j=i+1

D(Mi, Mj)

S(Mi) + S(Mj)

avec Mi le iième individu de M et S(Mi) la taille de Mi. Une valeur de Zgen(M)

élevée indique une forte diversité génotypique.

Dans un algorithme évolutionnaire, la taille du tournoi de remplacement

détermine la force de la pression de sélection exercée sur les individus d’une

population et permet de contrôler le polymorphisme. Nous avons réalisé une

série de 50 expériences pour différentes tailles de tournoi de remplacement sur

le problème Even Parity avec N=8, λc=50 en recherchant le réglage optimal

de Tm et Tc . En terme de performance, nous n’avons pas noté de différence

remarquable en fonction de la taille du tournoi, seul le réglage optimal de

Tm a été modifié : plus la taille du tournoi est élevée, plus le Tm optimal est

élevé. En effet, quand la taille du tournoi augmente, la pression de sélection

augmente également, ce qui entrâıne une convergence plus rapide de la po-

pulation d’où la nécessité de maintenir le polymorphisme a un niveau élevé

entre autre grâce à l’opérateur de mutation. Nous pensons qu’il existe néan-

moins des tailles de tournoi pour lesquels l’opérateur ne pourrait maintenir

la diversité sans dégrader les performances du système.

L’évolution moyenne de Zphen(M) sur 50 expériences, pour Tm =1.0 et

Tc =1.0, est présentée Figure 4.10 et 4.11. Pour les deux opérateurs, chaque
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courbe présente deux phases distinctes. Durant la première phase l’entropie

crôıt, cela correspond à une augmentation du nombre de valeur de fitness dans

la population. En effet, on rappelle que les programmes créés aléatoirement

ont presque toujours une valeur de fitness égale à 0.5. La deuxième phase

montre une lente diminution de l’entropie qui correspond à la diffusion des

meilleurs individus dans la population et donc à la sur-représentation de

certaines valeurs de fitness. On note, avec le CS et le CMH, que l’entropie

décrôıt d’autant plus vite que la taille du tournoi est élevée, c’est-à-dire que

la pression de sélection est forte. L’évolution de Zphen(M) est comparable

pour les deux opérateurs, en particulier pour les valeurs finales obtenues à la

génération 100. On remarque cependant que la valeur de Zphen(M) maximum

atteinte (entre les générations 10 et 40) est plus influencée par la taille du

tournoi dans le cas du CMH.

L’évolution moyenne de Zgen(M) sur 50 expériences, pour Tm =1.0 et

Tc =1.0, est présentée Figure 4.12 et 4.13. La création aléatoire des géno-

types garantit une forte diversité au début des expériences et comme at-

tendu, celle-ci décrôıt au cours de l’évolution. Pour les deux opérateurs, plus

la taille du tournoi est élevée, plus la diversité génotypique est faible. Ce

phénomène est constaté dès la première génération avec le CMH et après

quelques générations (10 environ) pour l’opérateur CS. Plus généralement,

la valeur de Zgen(M) est plus faible quand le CMH est utilisé, c’est-à-dire

que les programmes sont plus homologues ce qui est conforme à nos attentes,

en particulier à la propriété de respect (cf. Équation 2.11) de l’ensemble de

recombinaison du CMH.

Distribution de la taille des programmes

Nous avons déjà vu que la taille moyenne des individus dépend fortement

de l’opérateur de recombinaison utilisé. Les Figures 4.14 et 4.15 présente la

distribution de la taille des programmes, en échelle logarithmique, pour le CS

et le CMH, aux générations 0,1,10 et 100. Ces distributions sont des moyennes

sur 50 expériences et sont calculées à partir de l’évolution de la population

sur le problème Even Parity avec N=8, λc=50 et le réglage optimal de Tc

et Tm trouvé précédemment. Elles peuvent être comparées aux distributions
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té

P
h
én

ot
y
p
iq

u
e
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Fig. 4.10 – Problème Even Parity, N=8 et CS : Évolution de l’entropie de
la population.
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Fig. 4.11 – Problème Even Parity, N=8 et CMH : Évolution de l’entropie
de la population.
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Fig. 4.12 – Problème Even Parity, N=8 et CS : Évolution de l’homologie
relative moyenne de la population.
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Fig. 4.13 – Problème Even Parity, N=8 et CMH : Évolution de l’homologie
relative moyenne de la population.
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(cf. Figures 2.9 et 2.10) obtenues sans pression de sélection.

Nous avons vu que, sans pression de sélection, la distribution de la taille

des programmes recombinés par CS converge vers une distribution γ et donc

que les programmes de petites tailles sont sur-représentés. L’évolution de la

distribution sur le problème Even Parity est tout autre. En effet, dès la gé-

nération 10, on constate que de nombreux programmes ont atteint la taille

maximum et que très peu de programmes possèdent moins de 10 instruc-

tions. A la génération 100, plus de 20% des programmes sont composés de

100 instructions. En ce qui concerne le CMH, la distribution de la taille de

programmes est proche d’une gaussienne et celle-ci se décale lentement vers

les tailles supérieures.

Parmi les explications avancées au sujet du phénomène de bloat, l’hypo-

thèse de la dérive et l’hypothèse du biais (cf Section 1.2.3) suggèrent toutes

deux que la nature de l’espace de recherche est en cause : à partir d’un pro-

gramme ayant un taille t et une fitness f données, il est plus probable de

trouver des programmes dont la fitness soit supérieure à f en explorant l’es-

pace de recherche dans les régions où les programmes sont plus grands que

t.

Nous avons dessiné des cercles, sur chaque distribution des figures pré-

cédentes, correspondant à la taille du meilleur individu trouvé8 à chaque

génération. On note que dans le cas du CS les programmes de même taille

que le meilleur sont de moins en moins nombreux et représentent seulement

1% de la population à la génération 100. A l’opposé, avec le CMH, leur pro-

portion augmente et ils constituent jusqu’à 5% de la population à la fin des

expériences. Nous avons calculé le nombre de programmes dont la taille est

supérieure à celle du meilleur individu trouvé, à la dernière génération, ils

sont près de 70% avec le CS et seulement 45% dans le cas du CMH.

Ainsi, quand le CS est utilisé, l’opérateur de sélection est appliqué majori-

tairement sur des programmes plus grands que le meilleur individu à chaque

génération et donc, suivant les hypothèses rappelées précédemment, la pro-

babilité d’améliorer la fitness en diminuant la taille est d’autant plus réduite.

On peut dire que le CS amplifie les “défauts” de l’espace de recherche. Avec

8Seule l’abscisse est significative.
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Génération 0
1

10
100

Fig. 4.14 – Problème Even Parity, N=8 et CS : Évolution de la distribution
de la taille dans la population.
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Génération 0
1

10
100

Fig. 4.15 – Problème Even Parity, N=8 et CMH : Évolution de la distribution
de la taille dans la population.
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l’opérateur CMH, la sélection opère sur une population dont la distribution

des tailles est a peu près centrée autour de la taille du meilleur individu et

donc seule la nature de l’espace de recherche est responsable du bloat.

4.2 Vers un contrôle de la taille

Les résultats obtenus précédemment ont montré que si le CMH est uti-

lisé, les performances du système dépendent du réglage de la taille de création

maximum des programmes λc, mais plus généralement de la distribution de

la taille des individus dans la population. De plus, nous avons vu que si

des expériences sont réalisées avec un réglage adapté de λc, des performances

équivalentes à celles de l’opérateur CS peuvent être obtenues et que le phéno-

mène de bloat est largement réduit. Cependant, il semble difficile de trouver

ce réglage a priori pour un problème quelconque. Dans cette section, en dé-

pit de l’incapacité pour l’opérateur CMH d’explorer la taille des programmes,

nous étudions la possibilité de réaliser un contrôle précis de la taille des pro-

grammes durant l’évolution.

4.2.1 Sans pression de sélection

On rappelle que l’opérateur de mutation, utilisé depuis le début de cette

étude, réalise en fait trois opération différentes : l’insertion, la délétion ou

la substitution d’instructions. C’est pourquoi, quand nous évoquons le taux

d’application Tm de l’opérateur de mutation, il s’agit en fait des taux d’ap-

plication des opérations d’insertion, de délétion et de substitution qui ont

toujours été identiques jusqu’ici. Nous introduisons de nouvelles notations

pour identifier le réglage de chacune de ses opérations avec Ti pour l’inser-

tion, Td pour la délétion et enfin Ts pour la substitution.

Mutation équilibrée

Nous avons tracé, Figure 4.16 et 4.17, à partir de 50 expériences indé-

pendantes, l’évolution de la taille moyenne des programmes recombinés par,

respectivement CS et CMH, avec Tc =1.0 , Ti =Td =1.0 et Ts =0.0. Le pay-
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sage est plat, c’est-à-dire qu’il n’y a pas de pression de sélection. Différentes

valeurs de λc (50, 250 et 450) ont été testées et la valeur de λmax a été fixée à

500 instructions. La population contient 1000 individus créés aléatoirement

avec un jeux de 10 instructions.

Il est clair, que quand l’opérateur CS est utilisé, la taille moyenne des

programmes varie et que les trois courbes, correspondant aux 3 valeurs de

λc, semblent converger après 500 générations autour de 75 instructions. Le

comportement théorique de la taille moyenne des programmes recombinés

par CS en population infinie et ce, sans limite de taille, a été décrit dans [80]

et [90]. Les auteurs ont montré que celle-ci ne varie pas au cours de l’évolu-

tion et ne dépend que de la moyenne initiale. Bien que, dans notre cas, la

taille de la population ne soit pas infinie, nous pensons qu’elle est suffisam-

ment grande pour ne pas introduire d’accidents dans la sélection d’autant

qu’une moyenne sur 50 expériences a été réalisée. Nous pensons plutôt que

les causes principales du comportement constaté ici résident d’une part dans

la limite λmax mais également dans l’utilisation conjointe de l’opérateur de

mutation. En effet, quand la recombinaison par CS produit des programmes

plus longs que ne l’autorise λmax, ce qui est plus fréquent avec λc = 450, nous

avons choisi (cf. Section 1.3) d’enlever les instructions excédentaires. Ainsi,

le nombre d’instructions moyen dans la population diminue, entrâınant la

décroissance de la taille moyenne des programmes. A l’inverse, quand la re-

combinaison par CS produit des programmes de très petites tailles, ce qui

est plus fréquent avec λc = 50, bien que les réglages de Ti et Td soient équili-

brés, toutes les opérations de délétions prévues ne peuvent être appliquées, la

taille nulle constituant également une limite infranchissable. Ainsi, le nombre

d’instructions moyen dans la population augmente, entrâınant la croissance

de la taille moyenne des programmes. La convergence des trois courbes serait

donc le produit de ces deux phénomènes.

En ce qui concerne la recombinaison par CMH, nous avons vu que, sans

pression de sélection, la distribution de la taille des programmes est moins

éparse que celle liée à l’opérateur CS. Les deux limites (taille nulle et taille

maximum) sont, quelque soit λc, rarement atteintes et le nombre d’instruc-

tions dans la population reste stable.
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Fig. 4.16 – Paysage plat et CS : Évolution de la taille moyenne avec mutation
équilibrée
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Fig. 4.17 – Paysage plat et CMH : Évolution de la taille moyenne avec
mutation équilibrée
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Mutation déséquilibrée

Nous proposons d’utiliser l’opérateur de mutation pour modifier la taille

moyenne des programmes durant l’évolution. Nous avons reproduit les expé-

riences précédentes (mêmes populations initiales) mais avec un réglage dés-

équilibré de la mutation, c’est-à-dire un excès d’insertions : Ti =1.5, Td =0.5

et Ts =0.0. Ainsi chaque programme va ”gagner” une instruction en moyenne

à chaque génération. Les Figures 4.18 et 4.19 présentent l’évolution de la

taille moyenne pour les deux opérateurs de croisement. On constate qu’avec

le CS, la taille moyenne converge très rapidement (moins de 150 générations)

autour de 130 instructions. On remarque que la valeur de convergence a

été déplacée par rapport aux expériences avec mutation équilibrée (elle était

de 75 instructions). Avant de converger, seule la courbe d’évolution du cas

λc = 50 adopte le comportement attendu avec un coefficient directeur de

la pente proche de 1. Quand la recombinaison est effectuée avec l’opérateur

CMH, les trois courbes d’évolution ont un comportement croissant, avec un

coefficient directeur de la pente proche de 1, jusqu’à ce que la taille moyenne

atteigne λmax.

Nous avons reproduit les expériences précédentes (même populations ini-

tiales) avec un réglage déséquilibré de la mutation, mais avec un excès de

délétions : Ti =0.5, Td =1.5 et Ts =0.0. Ainsi chaque programme va ‘”per-

dre” une instruction en moyenne à chaque génération. Les Figures 4.20 et

4.21 présentent l’évolution de la taille moyenne pour les deux opérateurs de

croisement. On constate, pour les trois valeurs de λc, une décroissance de la

taille moyenne, avec une valeur finale proche de 2.5 instructions pour le CMH

et de 4 instructions pour le CS. L’évolution, dans le cas du CS, est plutôt

asymptotique alors qu’elle est plus linéaire pour le CMH avec un coefficient

directeur de la pente proche de −1.

Ainsi, une utilisation conjointe de l’opérateur CMH et de taux déséqui-

librés d’insertions et de délétions permet de contrôler la taille moyenne des

programmes sur un paysage plat.
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Fig. 4.18 – Paysage plat et CS : Évolution de la taille moyenne avec un excès
d’insertions
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Fig. 4.19 – Paysage plat et CMH : Évolution de la taille moyenne avec un
excès d’insertions
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Fig. 4.20 – Paysage plat et CS : Évolution de la taille moyenne avec un excès
de délétions
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Fig. 4.21 – Paysage plat et CMH : Évolution de la taille moyenne avec un
excès de délétions
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4.2.2 Avec pression de sélection

Nous voulons vérifier si il est également possible de contrôler la taille

des programmes quand la sélection guide la dynamique de la population.

Nous avons réalisé une série de 50 expériences dans les mêmes conditions

que précédemment sur le problème Even Parity pour N=10, avec une taille

du tournoi de remplacement de 16 et avec un excès de délétions. Le taux

de croisement optimal a été choisi à partir des résultats obtenus Table 4.2,

c’est-à-dire Tc =0.8 pour le CMH et Tc =0.6 pour le CS.

Nous voyons, Figure 4.22, que pour le CS les trois courbes convergent

vers 170 instructions et donc que la taille moyenne ne peut être que diffici-

lement contrôlée avec l’opérateur de mutation. Pour le CMH, Figure 4.23,

les courbes d’évolution converge vers 30 instructions ce qui est inférieur aux

tailles obtenues pour un réglage équilibré. Ainsi, un réglage déséquilibré de

la mutation permet d’imaginer de nouveaux types d’exploration de l’espace

de recherche. En effet, à notre connaissance, c’est la première fois, qu’un sys-

tème PG débute la recherche à partir de grands programmes pour finir avec

des programmes de petites tailles. Ceci ne constitue certainement pas une

stratégie optimale, bien que 100% des expériences aient permis de découvrir

un optimum, mais montre expérimentalement qu’un contrôle de la taille des

programmes peut être envisagé.

4.3 Deux méthodes pour contrôler la taille

Nous avons vu que le CMH permet de réduire sensiblement le phénomène

de bloat mais que la taille des programmes recombinés évolue peu. Elle ne

peut donc être optimisée et cela peut influencer grandement les performances

du système. Nous avons déjà montré [26], sur un problème de référence,

que nous pouvons orienter la recherche et réaliser un contrôle de la taille

des programmes quand le CMH est utilisé conjointement avec un réglage

déséquilibré de la mutation.

Plus généralement, nous pensons que c’est la distribution des tailles in-

duite par la recombinaison qui détermine la dynamique des populations sou-
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Fig. 4.22 – Problème Even Parity, N=10 et CS : Évolution de la taille
moyenne avec délétion et substitution
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Fig. 4.23 – Problème Even Parity, N=10 et CMH : Évolution de la taille
moyenne avec délétion et substitution
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mises à la pression de sélection. En effet, dans le cas du CS, au tout dé-

but d’une expérience, la sélection opère sur des programmes majoritairement

beaucoup plus petits que la moyenne de la population, qu’elle a tendance à

éliminer, conformément aux hypothèses de la dérive et du biais (cf. Section

1.2.3). Les programmes autorisés à se reproduire sont donc souvent plus longs

que la moyenne de la population, ce qui entrâıne une croissance rapide de la

taille des programmes. Par la suite, les programmes sont majoritairement plus

longs que la moyenne et il devient de plus en plus difficile de trouver de bons

programmes courts. Quand l’opérateur CMH est utilisé, les programmes sou-

mis à la sélection ont des tailles distribuées quasi symétriquement par rapport

à la moyenne et sont rarement disproportionnés. C’est pourquoi, l’évolution

de la taille moyenne est lente et dépend de la distribution initiale dans la

population.

Parce que la distribution de la taille des programmes recombinés par CS

est fortement biaisée, les méthodes de contrôle de la taille existantes agissent,

la plupart du temps, sur le schéma de sélection des individus, comme par

exemple la pression de parcimonie, l’optimisation multi-objectifs ou la mé-

thode Tarpéienne (cf Section 1.2.3). Au contraire, le CMH permet d’envisager

des stratégies de contrôle où la sélection est laissée libre. Nous proposons deux

méthodes de contrôle qui modifient dynamiquement la distribution de la taille

des programmes pour influencer la recherche et ainsi permettre à la sélection

de découvrir les régions de l’espace de fitness élevée. Les performances de ces

méthodes seront évaluées dans le prochain chapitre.

4.3.1 Translation de la distribution

A partir du constat que l’utilisation de taux de mutation déséquilibrés

permet de modifier la taille moyenne des programmes durant l’évolution,

nous définissons l’opérateur CMH+INSr comme la conjonction de l’opéra-

teur CMH et de l’opérateur d’insertion appliqué avec un taux r. L’opérateur

CMH+INSr utilisé avec r positif permet de translater la distribution des

tailles vers des valeurs élevées. On note que dans [13], un réglage déséquilibré

de la mutation a été préconisé dans le contexte de la PGL avec un opérateur
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de croisement dit homologue.

La Figure 4.24 présente la distribution de la taille des programmes, en

échelle logarithmique, pour l’opérateur CMH+INS1.0 aux générations 0,1,100

et 1000. Ces distributions sont des moyennes sur 200 expériences et sont

calculées à partir de l’évolution de la population sur un paysage plat. Nous

avons fixé Tm =0 et Tc =0.5. Elles peuvent être comparées aux distributions

du CS et du CMH (cf. Figures 2.9 et 2.10) obtenues dans des conditions

expérimentales équivalentes.
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Fig. 4.24 – Paysage plat et CMH+INS1.0 : Évolution de la distribution de la
taille des programmes

On constate, conformément à nos attentes, que la distribution est effecti-

vement translatée, au cours du temps, vers les tailles élevées. Elle converge

vers une distribution gaussienne et l’on note, aux générations 100 et 1000, de

fréquentes “collisions” avec la limite λmax qui n’était jamais atteinte quand

le CMH était utilisé seul. La taille 100 est la plus représentée à la génération

1000 avec 16.7% de la population.
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4.3.2 Transformation de la distribution

Nous savons que l’opérateur CS induit une distribution particulière de

la taille des programmes avec un sur-échantillonage des programmes courts

mais également la présence de programmes anormalement longs par rapport

à la moyenne de la population. En combinant l’opérateur CMH et l’opéra-

teur CS, on peut transformer la distribution et ainsi permettre à la recherche

de tirer parti de ces programmes “anormaux”. Nous définissons l’opérateur

CMH+CSp avec (1 − p) la probabilité que les recombinaisons soient effec-

tuées avec l’opérateur CMH et p la probabilité que les recombinaisons soient

réalisées avec l’opérateur CS. Ainsi, CMH+CS0.5 correspond à l’utilisation

équiprobable du CMH et du CS. On note que dans [22], une combinaison

d’opérateurs de croisement dits size fair (qui respectent la taille) et de l’opé-

rateur standard a été utilisée avec succès.

La Figure 4.25 présente la distribution de la taille des programmes, en

échelle logarithmique, pour l’opérateur CMH+CS0.2 aux générations 0,1,100

et 1000. Ces distributions sont des moyennes sur 200 expériences et sont

calculées à partir de l’évolution de la population sur un paysage plat. Nous

avons fixé Tm =0 et Tc =0.5. Elles peuvent être comparées aux distributions

du CS et du CMH (cf. Figures 2.9 et 2.10) obtenues dans des conditions

expérimentales équivalentes.

On peut vérifier que la distribution des tailles correspond bien à un com-

promis entre celles des deux opérateurs. En effet, des programmes plus longs,

que dans le cas où le CMH est employé seul, sont présents et la taille 10 est

la plus représentée à la génération 1000 avec 3.7% de la population, alors

qu’il s’agissait de la taille 2 pour l’opérateur CS. De plus, en calculant la

somme pondérée des distributions du CS et CMH, nous avons obtenu des

distributions comparables à celles de l’opérateur CMH+CSp.

4.4 Discussion

L’étude des propriétés des populations recombinées, nous permet de mieux

comprendre les effets des opérateurs de croisement. Nous avons vu que la dis-



4.4. DISCUSSION 141

0.01

0.1

1

10

0 20 40 60 80 100

P
ro

p
or

ti
on

Taille

Generation 0
1

100
1000

Fig. 4.25 – Paysage plat et CMH+CS0.2 : Évolution de la distribution de la
taille des programmes

tribution de la taille des programmes est plus compacte avec le CMH qu’avec

le CS, et ce avec ou sans pression de sélection. C’est pourquoi, pour évaluer

la diversité génotypique des populations soumises à une pressions de sélec-

tion, nous avons utilisé l’homologie relative moyenne, Zgen(M), qui prend en

compte la variabilité de la taille des programmes dans la population. Malgré

cela, nous avons vu que Zgen(M) diminue plus rapidement quand le CMH

est utilisé, ce qui est conforme à la propriété de respect (cf. Équation 2.11)

que seul le CMH vérifie. Les effets des deux opérateurs sont profondément

différents ce qui a des conséquences sur la nature de la recherche réalisée et

donc sur les performances du système.

4.4.1 Mélange, diffusion et exploration de la taille

Dans [60], Poli met en avant deux types de recherche réalisées par l’opé-

rateur CS : le mélange et la diffusion.

Le mélange est un échange d’instructions entre les programmes, c’est cette
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opération qui permet d’exploiter les différentes qualités des individus de la

population. Conformément au théorème de Geiringer pour la PGL [82], un

opérateur est un “mélangeur” si, quand il est appliqué de façon répétée sur

une population infinie sans pression de sélection et sans mutation, la pro-

portion d’un symbole s à une position donnée des programmes dépend de la

proportion de s à cette même position dans la population initiale. c’est-à-dire

qu’elle ne dépend pas de la proportion des autres symboles de l’alphabet aux

autres positions possibles. Autrement dit, à chaque génération, la proportion

d’un symbole à une position donnée est conservée par l’opérateur.

La diffusion représente quant à elle, les déplacements, au sein d’un in-

dividu, de ses propres gènes. Un opérateur est un “diffuseur” pour la PGL

si, quand il est appliqué de façon répétée sur une population infinie sans

pression de sélection et sans mutation, la proportion d’un symbole s est in-

dépendante de sa position dans les programmes. c’est-à-dire que tous les

symboles sont présents dans leurs proportions initiales à toutes les positions

possibles. Autrement dit, à chaque génération, la proportion d’un symbole

dans la population est conservée par l’opérateur.

Nous pensons que l’opérateur CS réalise également un troisième type de

recherche : l’exploration en taille. Cette recherche semble indispensable en PG

et plus généralement en EA-TV mais elle est réalisée de manière implicite et

surtout incontrôlée par l’opérateur CS.

A l’opposé, nous avons vu que le CMH ne permet pas d’explorer l’es-

pace des tailles et que cela peut constituer une réelle faiblesse en terme de

performance. Le CMH est, au même titre que le CS, un mélangeur pour

la PGL puisqu’il réalise un échange d’instructions entre les individus de la

population et que toutes les instructions d’un programme sont susceptibles

d’être échangées. En revanche, nous avons vu Section 2.3.5 que la position

des instructions est prise en compte durant la recombinaison, c’est pourquoi

le CMH n’est pas un diffuseur pour la PGL. En effet, les instructions mé-

langées sont toujours comprises entre deux positions consécutives d’une plus

longue sous-séquence commune aux parents. Ainsi, la diffusion au sein des

individus d’une population est très limitée.

Contrairement à Poli, nous ne disposons pas d’un cadre formel, comme
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le théorème exact des schémas, pour quantifier les phénomènes de diffusion

dans la population, c’est pourquoi nous proposons de les étudier empirique-

ment. Nous avons effectué une série de 50 expériences indépendantes pour

les opérateurs CS et MHC. Durant ces expériences, la taille maximum des

programmes autorisée est λmax=1000 gènes. L’évolution, sans pression de sé-

lection, avec Tm =0 et Tc =1.0, est limitée à 100 générations. La population,

contenant 2.104 individus, est initialisée de façon très particulière (cf. Figure

4.26). La taille des individus est distribuée uniformément entre 1 et λc=50
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Fig. 4.26 – Paysage plat : Proportions (en %), à la première génération, des
instructions A, T et G en fonction de leur position

gènes. Les programmes sont exclusivement composés des trois instructions A,

T et G dont les proportions par locus dans la population sont connues :

– la proportion d’instruction A croit linéairement entre 0% au locus 1 et

33% au locus 50 ;

– la proportion d’instruction T décrôıt linéairement entre 33% au locus 1

et 0% au locus 50 ;

– la proportion d’instruction G est constante et vaut 66% pour tous les
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locus.

Nous avons tracé, Figure 4.27 et 4.28, les proportions, à la génération

100, des instructions A, T et G en fonction de la position dans les programmes

(entre les locus 1 et 100), pour les opérateurs CS et CMH. On peut vérifier,

pour le CS, que les phénomènes de diffusion des instructions ont réparti

les trois instructions A, T et G entre toutes les positions des programmes.

Les proportions sont donc bien indépendantes des loci et sont proches des

proportions moyenne dans la population initiale, i.e. 16.6% d’instructions A

et T et 66.6% d’instruction G. Les différences constatées sont probablement

dues à des erreurs d’échantillonage puisque la population n’est pas infinie. Au

contraire, avec l’opérateur CMH, les proportions des trois instructions sont

restées proches des proportions initiales et dépendent de la position dans les

programmes. Les différences constatées sont également dues à la taille de la

population, mais aussi à la disparition des programmes composés de plus de

40 instructions9. On peut déduire de cette expérience, que le CMH n’est pas

un diffuseur pour la PGL.

4.4.2 Découplage

L’opérateur CS n’a pas été conçu pour réaliser le mélange, la diffusion

et l’exploration de la taille. En fait, ce sont vraisemblablement plutôt des

choix techniques et d’implémentation qui ont amené Koza à définir le CS tel

que nous le connaissons. Cependant ces trois types de recherches peuvent, en

fonction du type de problème à résoudre, être nécessaires pour espérer pouvoir

découvrir des programmes performants. Nous pensons qu’un système PG

devrait disposer de trois opérateurs spécifiques pour le mélange, la diffusion et

l’exploration en taille, ou tout au moins qu’il soit possible d’ajuster la part des

trois types de recherches dans les mécanismes de variations. On se souviendra

que dans les AG, à l’origine [42], Holland préconise l’utilisation d’un opérateur

d’inversion dont la fonction pourrait être comparée à la diffusion.

Nous avons vu que le CMH est, quasi exclusivement, un mélangeur pour

la PGL. Il s’agit donc d’un bon candidat pour le découplage du mélange,

9On notera que moins de 1% de la population est composée d’individus ayant une taille
supérieure à 35 instructions.
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Fig. 4.27 – Paysage plat et CS : Proportions (en %), à la génération 100, des
instructions A, T et G en fonction de la position
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Fig. 4.28 – Paysage plat et CMH : Proportions (en %), à la génération 100,
des instructions A, T et G en fonction de la position
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de la diffusion et de l’exploration dans le parcours de l’espace de recherche.

Cette hypothèse devra être examinée par des travaux ultérieurs. Cependant,

on notera que l’étude des performances des deux opérateurs de contrôle de

la taille présentée dans le chapitre suivant pourra être considérée comme une

première confirmation expérimentale de cette hypothèse.



Chapitre 5

Homologie, application à la

résolution d’un problème

inverse

Alors que pour résoudre un problème direct, on cherche à décrire une

relation de causes à effets, dans le cas d’un problème inverse, on doit retrouver

les causes à partir d’une série de mesures des effets. Les problèmes inverses

sont souvent plus difficiles à résoudre que les problèmes directs, car la quantité

et la qualité des mesures disponibles sont généralement insuffisantes pour

décrire entièrement tous les effets et, par là même, pour retrouver l’ensemble

des causes. De plus, comme différentes causes peuvent produire les mêmes

effets, la solution du problème peut ne pas être unique : dans ce cas, le

problème est dit “mal posé”.

La résolution de problèmes inverses est devenue, dans de nombreux do-

maines scientifiques, une thématique importante. On peut expliquer ce phé-

nomène par, à la fois un net accroissement de la quantité de mesures dis-

ponibles et, suite à l’essor des sciences et techniques de l’information, des

moyens de les traiter et de les stocker, mais également par l’arrivée à maturité

de méthodes, analytiques ou stochastiques, permettant de réaliser l’inversion.

En particulier les Réseaux de Neurones Artificiels (RNA) ont déjà démontré

avec succès leur capacité à modéliser des problèmes inverses ; nous citerons

par exemple [85]. Dans ce contexte, la PG s’est avérée, d’après des travaux

récents [20][17], être également une méthode adaptée.

147
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Dans ce chapitre, nous évaluons les performances du système PGP ap-

pliqué à la résolution d’un problème inverse. Nous présentons également une

amélioration de ce système, appelée approche par équipe de prédicteur, qui

facilite la recherche et qui permet d’accrôıtre la quantité d’instructions réel-

lement utilisées dans les programmes. Nous étudions aussi le comportement

des méthodes de contrôle de la taille, en particulier en ce qui concerne le

compromis fitness vs taille.

5.1 Inversion des composantes atmosphériques

5.1.1 Présentation du problème

Le problème inverse que nous allons aborder dans ce chapitre est un pro-

blème réel qui a trait aux caractéristiques des aérosols atmosphériques1. Une

connaissance précise de ces caractéristiques est décisive car les aérosols ont

un rôle essentiel dans le bilan radiatif terrestre, i.e. le bilan de l’énergie re-

çue et émise par la terre, et qu’ils ont donc une incidence significative sur

le climat. Dans cette étude, nous nous intéressons aux caractéristiques des

aérosols dans le domaine de la télédétection, entre autre pour permettre la

validation des mesures réalisées par des capteurs satellitaires.

La société ACRI-ST , qui a co-financé ce travail de thèse, concentre ses

activités dans le domaine des sciences de la terre et plus particulièrement

dans la surveillance de l’environnement. Dans le contexte écologique mondial,

cette problématique est devenue un enjeu majeur et le nombre de projets

réalisés dans ce domaine est en continuelle expansion. A l’heure actuelle,

nous disposons d’une multitude d’instruments de mesures et la quantité de

données physiques, chimiques ou optiques ne cessent de crôıtre. La société

ACRI-ST est particulièrement impliquée dans le cycle de vie de différents

projets spatiaux liés à la surveillance de l’environnement, de la mise au point

à la validation des capteurs et jusqu’à l’exploitation et la livraison des données

scientifiques.

Dans le cas d’un satellite d’observation, réalisant la surveillance des océans

1Les aérosols sont des particules en suspension dans l’atmosphère (aérosol atmosphé-
rique est un abus de langage couramment utilisé).
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a

b
c

Atmosphere

Ocean

Fig. 5.1 – Les signaux perçus par un satellite sont influencés par les mi-
lieux qu’ils rencontrent : a) l’atmosphère ; b) l’interface océan-atmosphère ;
c) l’océan.

par exemple, le signal lumineux mesuré nous informe de la nature et de la

composition des milieux traversés, cf Figure 5.1. On peut donc raisonnable-

ment espérer, après analyse du signal marin, déterminer, par exemple, les

concentrations des différentes composantes océaniques. Cependant, le signal

mesuré par un satellite est également largement influencé par l’atmosphère

qu’il traverse et si l’on ne s’intéresse qu’exclusivement au signal marin, il

convient donc de corriger le signal mesuré des “perturbations”engendrées par

l’atmosphère. Dans certain cas, en océan ouvert par exemple, cette correction

atmosphérique est relativement aisée et pourra être réalisée en comparant le

signal reçu à différentes longueurs d’ondes. A l’inverse, en milieu côtier, cette

comparaison n’est pas suffisante et certaines ambigüıtés ne peuvent être le-

vées.

Pour résoudre ce problème, une idée consiste à déterminer, à partir de

mesures réalisées au sol, les différentes composantes atmosphériques. Le ré-

seau AERONET (Aerosol Robotic Network) fournit des relevés réguliers de

luminances2 du ciel mesurées à partir de radiomètres situés dans de très nom-

2La luminance correspond à l’énergie parvenant à un récepteur (ou capteur) par unité
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breuses régions côtières du monde, voir Figure 5.2. Notre objectif consiste

donc à trouver des modèles d’inversion de ces mesures de luminances pour

caractériser les propriétés de l’atmosphère et ainsi permettre la correction

des données satellitaires. On s’intéressera tout particulièrement aux caracté-

ristiques des aérosols atmosphériques.

Fig. 5.2 – Le réseau AERONET.

5.1.2 Méthodologie

Nous proposons de résoudre le problème de l’inversion des composantes

atmosphérique par modélisation statistique. De façon générale, un modèle

statistique est construit à partir d’une base d’exemples reflétant les relations

entre les entrées et les sorties du problème à résoudre et la phase de construc-

tion du modèle est appelée apprentissage ou entrâınement.

Une grande quantité de données est souvent nécessaire pour réaliser cor-

rectement l’apprentissage de modèles inverses. Par ailleurs, l’apprentissage

doit être effectué à partir de données les plus réalistes possible pour que

les modèles soient entrâınés en tenant compte, par exemple, des variabilités

naturelles et des erreurs de mesures. Cependant, en fonction du problème in-

verse traité, il peut s’avérer difficile de collecter assez de mesures pour couvrir

de surface, par unité de temps et dans une direction donnée.
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entièrement, et de façon suffisamment dense, le domaine d’entrée. Il est alors

communément admis, pour réaliser l’apprentissage, de recourir à des don-

nées issues d’une simulation puis de bruiter ces données3 pour tenir compte

des erreurs de mesures [35][17]. Pour synthétiser le jeu d’apprentissage, nous

utilisons un code de transfert radiatif comme modèle direct.

Nous voulons inverser un modèle de transfert radiatif, appelé modèle

Ordres Successifs Océan Atmosphère (OSOA), qui est décrit en détail dans

[18]. Ce modèle direct résout une équation de transfert radiatif par la mé-

thode des ordres successifs de diffusion pour le système océan-atmosphère,

mais dans notre cas, l’océan ne sera pas considéré. Il prend en compte les

multiples évènements de diffusion et de polarisation de la lumière pour le mi-

lieu atmosphérique. L’atmosphère est vue comme un mélange de molécules et

d’aérosols que l’on suppose être des sphères homogènes. Le modèle d’aérosol

est défini par quatre paramètres :

– l’épaisseur optique à 675 nm et la pente de Junge qui caractérisent la

distribution de la taille ;

– la partie réelle et la partie imaginaire de l’indice de réfraction.

Ces propriétés optiques sont calculées à l’aide de la théorie de la diffusion

de Mie [69]. Le modèle OSOA fournit la distribution angulaire du champ de

luminance ainsi que son degré de polarisation.

Pour limiter le nombre d’ambigüıtés dans le problème d’inversion et ainsi

s’assurer qu’il n’est pas “mal posé”, les modèles sont spécialisés pour chacun

des quatre paramètres, pour certains angles solaires et pour tenir compte

des spécificités régionales et de la saisonnalité. Cependant, dans cette étude,

notre objectif n’est ni de réaliser l’ensemble de ces modèles d’inversions ni de

montrer l’intérêt des données de polarisation, ce qui a d’ores et déjà été fait à

l’aide de RNA (cf [16]), mais plutôt d’étudier la faisabilité de l’inversion par

PG. C’est pourquoi nous nous limitons au modèle d’inversion des luminances

pour l’épaisseur optique des aérosols à 675 nm, appelée τa, pour un angle

solaire compris entre 70 et 75 degrés.

3Les connaissances a priori des experts du domaine, concernant par exemple les lois
physiques et les relations entre les variables, peuvent être directement prises en compte
pour réaliser l’opération de bruitage.
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5.1.3 Inversion par PG

Comme notre problème inverse est relativement bien posé, réaliser une

inversion par PG revient à rechercher une expression mathématique, c’est-à-

dire un programme, permettant d’approximer au mieux la relation entre les

entrées et les sorties du problème à résoudre. Dans notre cas, il s’agit donc

d’effectuer une Régression Symbolique Réelle (RSR). Cette problématique a

été largement abordée en PG et de nombreux problèmes de références existent

avec chacun leur spécificité. Pour étudier les performances du système PGP

en RSR et réaliser des tests préliminaires, nous utilisons le problème Poly-

10, introduit dans [78], en particulier parce que la fonction à découvrir est

définie sur un nombre de variables assez important, comme c’est le cas pour

ce problème d’inversion.

Une amélioration récente, présentée dans [48], appelée Linear Scaling

(LS), permet d’améliorer grandement les performances de PG en RSR. L’idée

est simple et très efficace, elle consiste à effectuer une transformation affine

de la sortie des programmes de la forme :

Ls(o(p)) = a × o(p) + b

avec o(p) la sortie d’un programme. La valeur des paramètres a et b peut être

obtenue par régression linéaire avec une complexité en temps O(N) pour N

le nombre de vecteurs dans le jeu d’apprentissage. Le LS permet en fait de

“soulager” un système PG de la recherche des deux constantes a et b et lui

permet de se “concentrer” sur la recherche des programmes dont l’expression

à une forme la plus proche possible de la fonction à approximer, on peut donc

dire que la recherche s’effectue à une translation et une homothétie près. Nous

utilisons le LS pour toutes les expériences réalisées dans ce chapitre et pour

simplifier les notations la sortie transformée d’un programme sera notée o(p).

5.2 Équipe de Prédicteurs

L’objectif des méthodes d’apprentissage est de trouver des prédicteurs

qui, après entrâınement sur un ensemble d’exemples, sont capables d’ap-

proximer la fonction qui a généré ces exemples. Différentes méthodes sont
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connues pour être des approximateurs universels4, c’est-à-dire qu’à partir

d’un ensemble d’exemples, une fonction donnée peut être “apprise” avec une

précision arbitraire. Cependant, la recherche de prédicteurs optimaux peut

être difficile à réaliser, par exemple en raison de la complexité dans le choix

d’une architecture adaptée ou bien encore à cause du sur-apprentissage sur

le jeu d’entrâınement. On parle de sur-apprentissage quand un prédicteur a

appris “par coeur” une fonction ou bien quand il reflète plus les variations

aléatoires des données d’entrées, i.e. le bruit, que les propriétés de la fonction

à approximer, ce qui entrâıne souvent de faibles performances en terme de

capacité de généralisation du prédicteur.

Pour lutter contre le sur-apprentissage, plusieurs solutions ont été pro-

posées et l’on peut citer entre autres : la sélection de modèles, l’arrêt de

l’apprentissage ou la combinaison de prédicteurs (voir [93]). Dans cette sec-

tion, nous nous intéressons aux méthodes de combinaisons de prédicteurs,

également appelées méthodes d’ensembles ou de comités. Un comité corres-

pond à une équipe de prédicteurs obtenus par apprentissage, où la prédic-

tion réalisée est une combinaison de la prédiction des membres de l’équipe.

Les performances d’une équipe sont, la plupart du temps, in-envisageables

avec un prédicteur unique, car les erreurs commises par chacun des membres

peuvent se compenser quand les différentes prédictions sont combinées. De

multiples techniques de combinaison ont été envisagées, comme par exemple

la moyenne simple, les mixtures d’expert, le Bagging ou le Boosting. Dans

la pratique, les méthodes d’ensemble appliquées aux RNA ont démontré leur

intérêt, voir [57]. En PG, des travaux ont également été menés avec succès

dans le domaine de la combinaison de prédicteurs [66][108][49][11][76].

Nous proposons d’utiliser un des aspects du système PGP pour réaliser

l’évolution d’équipes de prédicteurs dont le nombre, contrairement aux études

précédentes dans ce domaine, peut varier durant la convergence.

4En faisant quelques hypothèses sur le jeu d’instructions utilisés pour construire les
programmes, il a déjà été montré [107] que la PG est un approximateur universel.
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5.2.1 PGP et sous-programmes

Nous avons vu, Section 1.3, comment est réalisée l’évaluation d’un pro-

gramme en PGP, en particulier nous en avons étudié un exemple présenté

Figure 1.4. En revenant à cet exemple, on constate qu’après l’étape f, la pile

d’opérandes contient les valeurs 1 et 3. Ceci signifie que la séquence évaluée,

i.e. 1 ADD 5 2 SUB, correspond, en fait, à deux sous-programmes indépen-

dants 1 et 5 2 SUB. De manière classique, la sortie d’un programme p, notée

o(p) est lue au sommet de la pile. Dans notre cas, seule l’exécution de 5 2

SUB est prise en compte.

Nous proposons d’inclure l’ensemble des sous-programmes dans le pro-

cessus d’évaluation de la fitness, en combinant la sortie de chacun des sous-

programmes, i.e. toutes les valeurs de la pile d’opérandes finale. Naturel-

lement, le type de combinaison à réaliser est dépendant du type de pro-

blème à résoudre ; dans le cas d’une RSR toute les combinaisons linéaires,

par exemple, peuvent être envisagées.

Grâce à cette nouvelle méthode d’évaluation, le système peut contrôler les

effets des opérateurs génétiques en changeant le nombre de sous-programmes

et donc en modifiant la contribution de chacun d’eux à la fitness globale.

Ainsi, la recherche est de plus en plus fine (locale) à mesure que le nombre

de sous-programmes augmente car la contribution de chacun d’eux diminue,

et inversement. De plus, la quantité d’instructions inutilisées, souvent très

importante en PGP (cf Table 4.1), est significativement réduite ce qui im-

plique une diminution proportionnelle du nombre de variations génétiques

(mutations et croisements) neutres et ainsi une meilleure performance géné-

rale du système. Cette approche peut être vue comme l’évolution d’équipes

d’un nombre variable de prédicteurs formées par la combinaison des sous-

programmes.

5.2.2 Différentes combinaisons

Soit x un programme composé de m instructions pouvant être interprétées

comme une équipe de k prédicteurs pi, avec i ∈ [1, k] et k ∈ [1, m]. La
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sortie du programme, c’est-à-dire la sortie de l’équipe, notée O(x)5, est une

combinaison des sorties de chaque prédicteur o(pi). Nous proposons d’étudier

différentes combinaisons de prédicteurs :

– Somme des sorties des prédicteurs, notée Sm

O(x) =
∑k

i=1 o(pi)

– Moyenne Arithmétique des sorties des prédicteurs, notée MoyA

O(x) = 1
k

∑k

i=1 o(pi)

– Produit des sorties des prédicteurs, notée Prd

O(x) =
∏k

i=1 o(pi)

– Moyenne Géométrique des sorties des prédicteurs, notée MoyG

O(x) = k

√

∏k

i=1 o(pi)

– Moyenne Pondérée des sorties des prédicteurs, notée MoyP

O(x) = 1
Pk

i=1
wi

∑k

i=1 wio(pi)

avec wi = e−βE(pi), β un réel positif et E(pi) l’erreur RMS d’apprentis-

sage du prédicteur pi

– Meilleure des sorties des prédicteurs, notée Best

O(x) = o(argminpi,i∈[1,k](E(pi)))

avec E(pi) l’erreur RMS d’apprentissage du prédicteur pi

– Sortie du prédicteur au sommet de la pile, notée Top, c’est la méthode

classique d’évaluation en PGP, où une seule sortie est prise en compte.

O(x) = o(pk)

5.3 Régression symbolique réelle

Des tests préliminaires sont nécessaires avant d’étudier l’inversion des

composantes atmosphériques. En effet, la taille du jeu d’apprentissage du

problème inverse est très importante et le temps de calcul requis ne per-

met pas, par exemple, de rechercher le réglage optimal de Tm et Tc . C’est

pourquoi, dans cette section, nous recherchons ce réglage sur un problème

de référence en RSR, le problème Poly-10, pour différentes combinaisons de

prédicteurs. Puis, nous analysons, sur ce problème, les performances des deux

5La technique de LS décrite précédemment (cf Section 5.1.3) sera appliquée à O(x) et
pas à la sortie de chaque prédicteur.
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méthodes de contrôle de la taille.

Définition du problème

Dans le problème Poly-10, la fonction à découvrir est un polynôme P de

degré 3 défini sur 10 variables : P(x1, . . . , x10) = x1x2+x3x4+x5x6+x1x7x9+

x3x6x10. Le jeu d’apprentissage A contient 50 vecteurs d’entrées vi et a été

généré en assignant aléatoirement des valeurs comprises entre [−1, 1] aux 10

variables du polynôme P.

Le système PGP décrit Section 1.3 est utilisé et la sortie O(p) d’un pro-

gramme p sera évaluée comme une combinaison des différents sous-programmes

de p. Le jeu d’instructions Σ comprend :

– quatre instructions correspondant aux opérations mathématiques de

base, notées ADD, SUB, MUL et DIV6, d’arité 2 ;

– dix instructions représentant les variables d’entrées, notées X1 à X10,

d’arité 0 ;

– une instruction spécifique de manipulation de la pile d’opérande, notée

DUP, d’arité 1 qui duplique le sommet de la pile.

Bien que le jeu d’instructions contienne les terminaux nécessaires, nous ini-

tialisons la pile d’opérandes avec les 10 variables d’entrée du problème. Nous

avons en effet constaté que cette initialisation permet d’éviter un phénomène

de convergence prématurée des expériences où certains programmes décou-

verts dès les premières générations se répandent dans la population et où la

fitness ne progresse que très peu.

Pour le problème Poly-10, on définit la fonction de fitness f : p → R

d’un programme p ∈ P , avec P l’ensemble des programmes définis sur Σ et

A l’ensemble d’apprentissage contentant les 50 vecteurs d’entrées vi, comme

l’erreur RMS sur A telle que :

f(x) =

√

√

√

√

1

50

50
∑

i=1

(

Oi(p) − P(vi)
)2

avec Oi(p) la sortie de p pour le iième vecteur de A. Il convient donc de

minimiser cette fonction pour résoudre le problème Poly-10.

6DIV est une opération dite protégée qui n’autorise pas la division par 0.
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Analyse du paysage

Nous avons réalisé 103 marches aléatoires de longueur 1000 et autant

de marches adaptatives sur le paysage Poly-10 pour deux combinaisons de

prédicteurs Top et MoyA. La longueur de corrélation τ moyenne des marches

aléatoires est égale à 24 pour Top et 48 pour MoyA, ce qui montre que le

paysage est plus facile à optimiser avec MoyA. Ce résultat est confirmé par

l’analyse de la longueur des marches adaptatives l, qui est faible avec l=8.31

pour Top et beaucoup plus élevée avec l=397.05 pour MoyA. De même, on

note que la fitness moyenne des optima locaux diffère largement entre les

deux types d’évaluation avec 0.56 pour Top et 0.25 pour MoyA. Enfin, nous

avons trouvé, en testant 107 programmes, une proportion de voisins neutres

de près de 95% pour Top, ce qui indique un paysage massivement neutre alors

qu’il n’est que de 31% pour MoyA. Cette analyse, avec des paysages moins

neutres et moins rugueux pour MoyA, confirme nos attentes sur l’approche

par équipes de prédicteurs.

5.3.1 Paramètres de l’algorithme

Nous utilisons une population de 500 individus créés aléatoirement. Dans

la population initiale, la taille des individus est distribuée uniformément entre

1 et 50 gènes choisis aléatoirement dans le jeu d’instructions Σ. Durant les

expériences, la taille des individus est limitée à λmax=500 gènes. L’évolution,

avec élitisme, sélection par tournoi de 16 individus et remplacement steady-

state est limitée à 100 générations, c’est-à-dire 100×500 évaluations de fitness.

5.3.2 Résultats expérimentaux

Dans cette section, nous comparons les résultats obtenus avec les opéra-

teurs CS et CMH sur le problème Poly-10. Nous voulons, entre autre, trouver

les réglages optimaux de Tm et Tc , c’est-à-dire les réglages qui donnent les

meilleurs résultats en terme de fitness moyenne, c’est pourquoi nous avons

fait varier Tm (de 0 à 2) et Tc (de 0 à 1). Cette recherche est effectuée pour

toutes les combinaisons de prédicteurs décrites précédemment. Pour chaque

réglage et pour chaque combinaison, 50 expériences indépendantes sont réa-
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lisées. Un test de Student, avec 95% de confiance, est utilisé pour déterminer

si les résultats obtenus sont statistiquement différents les uns des autres.

Réglages des paramètres

Les Figures 5.3 et 5.4 présentent la fitness moyenne du meilleur individu

trouvé en fonction de Tm et Tc pour les deux opérateurs de croisement sur

le problème Poly-10 pour la combinaison de prédicteur MoyA ; l’influence de

Tm et Tc étant comparable pour les autres types de combinaisons. Quand

l’opérateur CS est utilisé conjointement avec l’opérateur de mutation, la ré-

solution du problème Poly-10 nécessite un réglage précis de Tm et Tc . Les

meilleurs résultats du CS, avec une fitness moyenne de 0.13, ont été obtenus

pour Tm =0.4 et Tc =0.2. Par contre, avec l’opérateur CMH, une recherche

fine du réglage optimal ne semble pas nécessaire. La plus petite valeur de

fitness trouvée est 0.25 et correspond à Tm =0.4 et Tc =0.8.

On peut largement expliquer ces faibles performances de l’opérateur CMH

par son incapacité à explorer l’espace des tailles des programmes. Les Figures

5.5 et 5.6 présentent la taille moyenne du meilleur individu dans la population

finale en fonction de Tm et Tc pour les deux opérateurs de croisement sur le

problème Poly-10 pour la combinaison de prédicteur MoyA. On constate une

quasi indépendance de la taille au réglage de Tm et Tc , avec des valeurs

proches de λmax=500 pour l’opérateur CS et, à l’opposé, des valeurs toujours

inférieures à 100 gènes pour le CMH.

Équipes de prédicteurs

La Table 5.1 présente les résultats obtenus sur le problème Poly-10 avec

les différentes équipes de prédicteurs, pour le réglage optimal de Tm et Tc

et ce pour l’opérateur CS puisqu’il s’est avéré être le plus performant. Sur

la première ligne et à titre de comparaison, nous avons également rapporté

les performances obtenues par un système PGA (cf. Section 1.2.1), dont les

paramètres ont été choisis pour correspondre au mieux à ceux du système

PGP et dont le réglage de Tm et Tc a été également optimisé. Nous constatons

que les combinaisons Top et Best ne donnent pas de bons résultats, ce qui



5.3. RÉGRESSION SYMBOLIQUE RÉELLE 159
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Fig. 5.3 – Problème Poly-10 et CS : Fitness moyenne en fonction de Tm et
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Tab. 5.1 – Meilleurs résultats trouvés sur le problème Poly-10 avec l’opéra-
teur CS pour les différentes combinaisons de prédicteurs.

Combinaison Fitness Moyenne Écart Type Meilleure Pire

PGA 0.25 0.07 0.08 0.40
Top 0.35 0.10 0.16 0.54
Best 0.43 0.04 0.13 0.52
Sm 0.14 0.02 0.08 0.27
MoyA 0.13 0.02 0.09 0.26
Prd 0.21 0.05 0.15 0.41
MoyG 0.20 0.05 0.14 0.40
MoyP 0.06 0.01 0.02 0.12

était attendu puisque dans les deux cas, la prédiction réalisée par l’équipe

se résume à celle d’un prédicteur unique et que seule une petite portion des

programmes est utilisée (avec les conséquences sur l’espace de recherche que

nous avons déjà décrites). Les combinaisons Sm et MoyA sont performantes

comparées au système PGA7. Par contre, les combinaisons Prd et MoyG ne

semblent pas adaptées à ce problème, peut être parce que par construction

il est plus aisé de le décomposer comme une somme. Enfin, les équipes de

prédicteurs MoyP ont largement surclassé les autres.

On note que les résultats présentés pour MoyP correspondent à un facteur

β=10. Nous avons tracé, Figure 5.7, l’erreur d’apprentissage moyenne en

fonction de β. On constate que l’erreur dépend de la valeur de β et qu’elle

présente un minimum pour β = 10.

Nombres de prédicteurs

Dans cette étude, une équipe de prédicteurs correspond à la combinaison

des sorties des sous-programmes d’un individu PGP. Une des originalités

de cette approche est que le nombre de prédicteurs n’est pas fixé a priori

mais peut varier durant le processus évolutionnaire. Nous espérions que la

dynamique de l’algorithme permettrait d’optimiser le nombre de prédicteurs,

7Avec le mécanisme de Linear Scaling, décrit Section 5.1.3, les deux combinaisons Sm

et MoyA sont en fait équivalentes.
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cependant on constate que la taille de l’équipe est fortement corrélée avec le

nombre d’instructions des individus, un coefficient de corrélation 0.89 pour

la combinaison MoyA par exemple. Ainsi, le nombre de prédicteurs n’est pas

directement contrôlé par le système.

Nous pensons que la combinaison MoyP permet de résoudre ce problème.

Nous avons tracé, Figure 5.8, l’évolution du nombre moyen de prédicteurs

pour MoyP avec β = 0.1. La courbe montre une forte croissance dès les

premières générations comme c’est le cas pour l’évolution du nombre d’ins-

tructions. Nous avons également tracé le nombre de prédicteurs ayant une

contribution négligeable à la fitness de l’équipe avec un poids wi proche de

0 ainsi que le nombre de prédicteurs ayant une contribution significative.

On constate qu’à la fin des expériences environ un tiers des prédicteurs sont

“éliminés” des équipes et que, malgré une croissance continue du nombre de

prédicteurs total, le nombre de prédicteurs réellement pris en compte dans

l’évaluation reste stable, autour de 60, à partir de la dixième génération.

Ainsi, la combinaison MoyP permet, indirectement, d’effectuer un contrôle de

la taille des équipes.

Cependant à ce stade, on peut raisonnablement supposer que le réglage

optimal de β dépende du problème à résoudre8, et plus précisément de l’erreur

d’apprentissage moyenne des prédicteurs. La Figure 5.9 présente la valeur

des poids wi en fonction de l’erreur d’apprentissage pour différentes valeurs

de β. Pour cet exemple, nous avons fait l’hypothèse d’une erreur comprise

entre 0 et 1. Nous voyons que pour des faibles valeurs de β, les poids sont,

indépendamment de l’erreur, très proche de 1, ce qui est comparable à la

pondération uniforme de la combinaison MoyA. A l’opposé, pour β=100, seuls

les meilleurs prédicteurs ont un poids non nul, ce qui peut être comparé à

la combinaison Best. En revenant à la Figure 5.7, on peut vérifier que la

combinaison MoyP offre, en faisant varier β, une solution de continuité entre

les équipes MoyA et Best.

8En fait, cette hypothèse sera confirmée plus loin dans ce chapitre.
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5.3.3 Contrôle de la taille

Nous voulons comparer les résultats obtenus par la combinaison de prédic-

teurs MoyA avec les opérateurs CMH+INS2.0 et CMH+CS0.1 sur le problème

Poly-10. Pour cela, nous recherchons les réglages optimaux de Tm et Tc ,

c’est-à-dire les réglages qui donnent les meilleurs résultats en terme de fit-

ness moyenne, c’est pourquoi nous avons fait varier Tm (de 0 à 2) et Tc (de 0 à

1). Pour chaque réglage, 50 expériences indépendantes sont réalisées. Un test

de Student, avec 95% de confiance, est utilisé pour déterminer si les résultats

obtenus sont statistiquement différents les uns des autres.

Tab. 5.2 – Meilleurs résultats trouvés sur le problème Poly-10 avec la com-
binaison MoyA pour différents opérateurs de recombinaison.

Opérateur Fitness Taille Taille Effective
Moyenne Moyenne Moyenne

CS 0.13(σ=0.03) 457.42(σ=79.07) 457.14(σ=79.25)

CMH 0.25(σ=0.05) 92.28(σ=31.39) 91.74(σ=31.45)

CMH+INS2.0 0.14(σ=0.03) 247.18(σ=90.36) 245.00(σ=90.75)

CMH+CS0.1 0.11(σ=0.02) 419.12(σ=96.90) 418.80(σ=96.82)

La Table 5.2 rapporte les résultats trouvés avec les différents opérateurs

pour les réglages optimaux de Tm et Tc . Comme nous l’avons déjà mentionné,

avec l’opérateur CMH, le système a trouvé des programmes moins perfor-

mants mais plus petits qu’avec l’opérateur CS. Statistiquement, les meilleures

fitness obtenues avec les opérateurs CS, CMH+INS2.0 et CMH+CS0.1 sont

équivalentes. Par contre, la taille des programmes diffère largement. On note,

pour l’opérateur CMH+INS2.0, qu’un bon compromis taille vs fitness est ob-

tenu, avec une taille moyenne deux fois moindre que dans le cas du CS. Nous

remarquons également que pour tous les opérateurs testés, la taille moyenne

est très proche de la taille effective moyenne. Ce taux d’instructions “uti-

les” d’environ 99%, en moyenne, est une des conséquences de l’approche par

équipe de prédicteurs et on peut le comparer aux taux obtenus précédem-

ment, avec des prédicteurs uniques (cf. Table 4.1), où il était compris entre

70% et 80%.
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Les Figures 5.10 et 5.11 présentent la fitness moyenne du meilleur in-

dividu trouvé en fonction de Tm et Tc pour les opérateurs CMH+INS2.0 et

CMH+CS0.1 sur le problème Poly-10. Les meilleurs résultats du CMH+INS2.0,

ont été obtenus pour Tm =0 et Tc =1.0. Il convient de rappeler que, par

construction, cet opérateur réalise, en moyenne, 2 insertions par individu.

Avec l’opérateur CMH+CS0.1, l’utilisation de la mutation est nécessaire mais

doit rester faible. En effet, la plus petite valeur de fitness trouvée correspond à

Tm =0.2 et Tc =0.8. Plus généralement, pour les deux opérateurs, des valeurs

de Tc élevées et des valeurs de Tm faibles sont préférables.

Nous avons rapporté (Figures 5.12 et 5.13) la taille moyenne du meilleur

individu dans la population finale en fonction de Tm et Tc . Dans le cas du

CMH+INS2.0, la translation de la distribution des tailles, induite par l’in-

sertion de deux instructions en moyenne par individu, détermine largement

la taille des programmes trouvés qui ne semble que peu influencée par Tm

et Tc . De plus, il est évident que si aucune recombinaison n’est réalisée, le

contrôle de la taille n’est pas effectif (environ 400 instructions) puisque aucun

mécanisme ne compense le réglage déséquilibré de la mutation. A l’opposé,

avec l’opérateur CMH+CS0.1, la taille varie en fonction du Tc . On comprend

donc que la taille de programmes ne dépend pas uniquement de la propor-

tion de CMH et de CS, c’est-à-dire du paramètre p, mais aussi du nombre de

recombinaisons CS effectuées par génération, qui augmente avec Tc .

Compromis fitness vs taille

Pour visualiser le compromis fitness vs taille, nous avons tracé Figure

5.14, pour les quatre opérateurs de recombinaison, un nuage de points avec

la fitness moyenne en abscisse et la taille moyenne en ordonnée. Chaque

point correspond à un des réglages de Tm et Tc testés et les lignes reliant

les points représentent les frontières de Pareto, l’objectif étant de minimiser

les deux critères. On constate que le compromis diffère largement pour les

quatre opérateurs. Quand le CS ou le CMH sont utilisés, les variations de la

taille sont relativement faibles alors que pour les deux opérateurs de contrôle

de la taille, les frontières de Pareto couvrent une zone plus importante.

On s’intéresse maintenant à l’influence sur le compromis taille vs . fitness
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Fig. 5.10 – Problème Poly-10 et CMH+INS2.0 : Fitness moyenne en fonction
de Tm et Tc pour l’équipe de prédicteur MoyA.
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Fig. 5.12 – Problème Poly-10 et CMH+INS2.0 : Taille moyenne en fonction
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des deux paramètres r et p des opérateurs CMH+INSr et CMH+CSp. Nous

avons donc réalisé une série d’expériences spécifiques avec Tm =0.2 et Tc =0.8.

Les Figures 5.15 et 5.16 montrent les variations respectives de la taille

et la fitness moyenne du meilleur programme trouvé en fonction du para-

mètre r pour l’opérateur CMH+INSr. On note que l’insertion d’instructions,

contrôlée par r, entrâıne une diminution de la valeur de la fitness et que ce

phénomène disparâıt quand r est supérieur à 2.0. La taille moyenne est for-

tement corrélée au paramètre r et toutes les tailles possibles de l’espace de

recherche peuvent être atteintes. En comparant les résultats obtenus avec le

CMH à ceux de l’opérateur CMH+INS2.0, on note que des programmes deux

fois plus performants mais également deux fois plus longs ont été découverts.

Les Figures 5.17 et 5.18 montrent les variations respectives de la taille

moyenne et la fitness moyenne du meilleur programme trouvé en fonction

du paramètre p pour l’opérateur CMH+CSp. Nous voyons que, pour toutes

les valeurs de p testées, la fitness obtenue est meilleure que celles obtenues

avec les opérateurs CMH et CS. Cela signifie qu’une utilisation conjointe de

ces deux opérateurs est toujours préférable. Cependant, on remarque que la

taille moyenne des programmes augmente rapidement avec le paramètre p et

qu’elle semble atteindre la valeur λmax quand p est supérieur à 0.5. De plus,

la courbe de fitness présente un minimum pour p=0.2. C’est pourquoi, le

réglage de p doit être très précis pour espérer obtenir le meilleur compromis

taille vs fitness possible. Ainsi, dans le contexte de la RSR, on peut définir

une “région d’intérêt” de l’opérateur CMH+CSp pour p dans l’intervalle [0,

0.2].

5.4 Problème inverse

Les tests préliminaires réalisés sur le problème Poly-10 ont montré expé-

rimentalement l’intérêt de l’approche par équipe de prédicteurs ainsi que des

méthodes de contrôle de la taille. Dans cette section, notre objectif est de

résoudre le problème de l’inversion des composantes atmosphériques. Nous

vérifions dans un premier temps si les résultats précédents peuvent être confir-

més sur ce problème, puis nous réalisons une recherche plus intensive avec
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entre autre plus de générations et plus d’individus dans la population.

Définition du problème

Pour éviter le phénomène de sur-apprentissage, nous utilisons une mé-

thode d’arrêt de l’apprentissage, nommée Backwarding [87], basée sur l’uti-

lisation d’un jeu d’entrées indépendant appelé ensemble de validation. Nous

avons donc réparti les données d’entrées du problème inverse en trois groupes,

l’ensemble d’apprentissage A qui comprend 500 vecteurs et à partir duquel est

calculée la fitness durant l’évolution, l’ensemble de validation qui comprend

250 vecteurs et qui permet de détecter l’apparition du sur-apprentissage et

enfin l’ensemble de test qui comprend également 250 vecteurs et qui permet

de calculer l’erreur de généralisation du modèle. Un vecteur est constitué des

30 variables d’entrées qui correspondent pour trois longueurs d’ondes diffé-

rentes (440, 675 et 870 nm) aux valeurs de la luminance du ciel obtenues

pour dix angles de diffusion compris entre 3 et 150 degrés. Un exemple de

10 vecteurs d’entrées extraits du jeu d’apprentissage A est présenté Figure

5.19. A partir de ces 30 variables d’entrées, le modèle inverse doit prédire la

valeur de l’épaisseur optique τa. Pour les trois jeux d’entrées, τa est distribué

uniformément dans l’intervalle [0.1,0.6].

Le système PGP décrit Section 1.3 est utilisé et la sortie O(p) d’un pro-

gramme p sera évaluée comme une combinaison des différents sous-programmes

de p. Le jeu d’instructions Σ comprend :

– une instruction correspondant au logarithme népérien, notée LOG9, d’arité

1 ;

– une instruction correspondant à la fonction sigmöıde, souvent utilisée

en RNA, notée SIGM10, d’arité 1 ;

– quatre instructions correspondant aux opérations mathématiques de

base, notées ADD, SUB, MUL et DIV11, d’arité 2 ;

– trente instructions représentant les variables d’entrées, notées X1 à X30 ;

– une instruction représentant une constante aléatoire dans l’intervalle

9LOG est une opération dite protégée qui permet de gérer les valeurs négatives et nulles.
10SIGM(x) = 1/(1 + e−x)
11DIV est une opération dite protégée qui n’autorise pas la division par 0.
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Fig. 5.19 – Exemples de données d’entrées du problème inverse.

[-10, 10], inspirée des Ephemeral Random Constant [54], notée ERC ;

– une instruction spécifique de manipulation de la pile d’opérande, notée

DUP, d’arité 1 qui duplique le sommet de la pile.

Bien que le jeu d’instructions contienne les terminaux nécessaires et suite

aux constations faites en RSR, nous initialisons la pile d’opérandes avec les

30 variables d’entrée du problème.

Pour le problème inverse, on définit la fonction de fitness f : p → R d’un

programme p ∈ P , avec P l’ensemble des programmes définis sur Σ et A
l’ensemble d’apprentissage contentant les 500 vecteurs d’entrées vi, comme

l’erreur RMS sur A telle que :

f(x) =

√

√

√

√

1

500

500
∑

i=1

(

Oi(p) − P(vi)
)2

avec Oi(p) la sortie de p pour le iième vecteur de A. Il convient donc de

minimiser cette fonction pour résoudre le problème inverse.
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Analyse du paysage

Nous avons réalisé 103 marches aléatoires de longueur 100 et autant de

marches adaptatives sur le paysage du problème inverse pour deux combinai-

sons de prédicteurs Top et MoyA. La longueur de corrélation τ moyenne des

marches aléatoires est égale à 44 pour Top et 67 pour MoyA, ce qui montre que

le paysage est plus facile à optimiser avec MoyA. Ce résultat est confirmé par

l’analyse de la longueur des marches adaptatives l, qui est faible avec l=8.12

pour Top et extrêmement élevée avec l=975.0512 pour MoyA. De même, on

note que la fitness moyenne des optima locaux diffère largement entre les

deux types d’évaluation avec 0.065 pour Top et 0.026 pour MoyA. Enfin, nous

avons trouvé, en testant 107 programmes, une proportion de voisins neutres

de plus de 96% pour Top, ce qui indique un paysage massivement neutre alors

qu’il n’est que de 29% pour MoyA.

Par rapport aux résultats obtenus sur le problème Poly-10, avec la com-

binaison MoyA le problème inverse semble plus facile à optimiser par une

méthode de recherche locale.

5.4.1 Paramètres de l’algorithme

Nous utilisons une population de 500 individus créés aléatoirement. Dans

la population initiale, la taille des individus est distribuée uniformément entre

1 et 50 gènes choisis aléatoirement dans le jeu d’instructions Σ. Durant les

expériences, la taille des individus est limitée à λmax=500 gènes. L’évolution,

avec élitisme, sélection par tournoi de 16 individus et remplacement steady-

state est limitée à 100 générations.

5.4.2 Résultats expérimentaux

Dans cette section, nous comparons les résultats obtenus, en terme de fit-

ness moyenne, avec différentes combinaisons de prédicteurs sur le problème

inverse. Pour chaque combinaison, 50 expériences indépendantes sont réa-

lisées avec l’opérateur CS. Le réglage des opérateurs génétiques est choisi

12En fait, il s’agit ici d’une borne inférieure car la recherche est arrêtée systématiquement
après 1000 déplacements.
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à partir des conclusions tirées des expériences précédentes sur le problème

Poly-10, c’est-à-dire Tm =0.4 et Tc =0.2. Un test de Student, avec 95% de

confiance, est utilisé pour déterminer si les résultats obtenus sont statistique-

ment différents les uns des autres.

La Table 5.3 présente les résultats (apprentissage, validation et test) ob-

tenus sur le problème inverse pour différentes combinaisons de prédicteurs.

Pour des raisons équivalentes à celles évoquées pour le problème Poly-10, les

combinaisons Top et Best ne permettent pas de découvrir des programmes

performants, ils sont même moins bons que ceux obtenus avec une heuristique

de recherche locale (voir l’analyse du paysage précédente). Les équipes MoyP

sont les seules à s’être significativement mieux comportées que le système

PGA, en particulier en ce qui concerne l’erreur de test, qui est la plus impor-

tante puisqu’elle reflète la précision du modèle d’inversion dans des conditions

opérationnelles, c’est-à-dire avec des données d’entrées non apprises. De façon

générale, on ne note pas de forte tendance au sur-apprentissage, sans doute

parce que les expériences ne comportaient pas suffisamment de générations

pour que les prédicteurs se spécialisent trop.

On notera que les résultats présentés pour MoyP correspondent à un fac-

teur β=1. La Figure 5.20 présente les variations de l’erreur de test moyenne

en fonction de β. On peut voir que l’erreur est dépendante de β et que la

courbe admet un minimum pour β=1.013.

Nous avons également réalisé l’apprentissage de deux RNA sur les mêmes

jeux d’entrées :

– un perceptron sans couche cachée permettant de modéliser uniquement

les relations linéaires entre les entrées et les sorties du problème ;

– un perceptron avec une couche cachée (une recherche préalable ayant

permis de déterminer son nombre de noeuds optimal) permettant de

modéliser les relations linéaires et non-linéaires entre les entrées et les

sorties du problème.

Les erreurs de test correspondantes ont également été tracées Figure 5.20.

On constate que l’approche par équipe de prédicteur permet au système

PGP d’être plus performant qu’un RNA linéaire et que l’optimisation du

13les résultats obtenus pour β=0.1 et β=10 sont équivalents.
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Tab. 5.3 – Meilleurs résultats trouvés sur le problème inverse avec l’opérateur
CS pour les différentes combinaisons de prédicteurs.

Combinaison RMS Moyenne Écart Type Meilleure Pire

Apprentissage

PGA 0.019 0.004 0.012 0.034
Top 0.033 0.006 0.015 0.050
Best 0.039 0.013 0.022 0.078
Sm 0.019 0.004 0.011 0.037
MoyA 0.020 0.006 0.009 0.035
Prd 0.024 0.006 0.013 0.043
MoyG 0.017 0.003 0.012 0.026
MoyP 0.015 0.002 0.009 0.022

Validation

PGA 0.019 0.004 0.011 0.042
Top 0.031 0.005 0.015 0.051
Best 0.037 0.012 0.020 0.072
Sm 0.018 0.003 0.010 0.033
MoyA 0.019 0.005 0.009 0.032
Prd 0.023 0.006 0.012 0.047
MoyG 0.017 0.003 0.013 0.025
MoyP 0.013 0.002 0.008 0.020

Test

PGA 0.021 0.006 0.014 0.044
Top 0.034 0.006 0.015 0.052
Best 0.040 0.013 0.022 0.080
Sm 0.021 0.004 0.011 0.040
MoyA 0.021 0.006 0.012 0.038
Prd 0.026 0.007 0.015 0.048
MoyG 0.020 0.005 0.013 0.038
MoyP 0.015 0.002 0.010 0.021
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Tab. 5.4 – Meilleurs résultats trouvés sur le problème inverse avec la combi-
naison MoyA et β=1.0 pour différents opérateurs de recombinaison.

Opérateur Fitness Taille Taille Effective
Moyenne Moyenne Moyenne

CS 0.015(σ=0.002) 454.86(σ=128.85) 444.61(σ=128.87)

CMH 0.021(σ=0.004) 90.18(σ=19.73) 90.00(σ=19.70)

CMH+INS3.0 0.016(σ=0.002) 154.56(σ=32.32) 154.16(σ=32.41)

CMH+CS0.15 0.013(σ=0.002) 360.36(σ=117.33) 357.61(σ=117.07)

paramètre β permet de se rapprocher significativement de la précision d’un

RNA non-linéaire.

5.4.3 Contrôle de la taille

Nous voulons comparer les résultats obtenus par la combinaison de pré-

dicteurs MoyP avec β=1.0 pour les opérateurs CS, CMH , CMH+INS3.0 et

CMH+CS0.15 sur le problème inverse. Les réglages optimaux de Tm et Tc sont

repris des expériences menées sur le problème Poly-10, c’est-à-dire Tm =0.4

et Tc =0.2 pour le CS, Tm =0.4 et Tc =0.8 pour le CMH, Tm =0 et Tc =1.0

pour le CMH+INS3.0 et enfin Tm =0.2 et Tc =0.8 pour le CMH+CS0.15. Pour

chaque opérateur, 50 expériences indépendantes sont réalisées. Un test de

Student, avec 95% de confiance, est utilisé pour déterminer si les résultats

obtenus sont statistiquement différents les uns des autres.

La Table 5.4 rapporte les résultats trouvés avec les différents opérateurs

de recombinaison. L’opérateur CMH a permis de découvrir des programmes

plus petits mais moins performants que les autres opérateurs. Les erreurs

de test moyennes obtenues avec les trois opérateurs CS, CMH+INS3.0 et

CMH+CS0.15 sont statistiquement équivalentes, mais les tailles moyennes

des meilleurs individus trouvés différent largement. L’opérateur CMH+INS3.0

réalise un bon compromis fitness vs taille.
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Compromis fitness vs taille

On s’intéresse maintenant à l’influence sur le compromis taille vs fitness

des deux paramètres r et p des opérateurs CMH+INSr et CMH+CSp. Nous

avons donc réalisé une série d’expériences spécifiques avec Tm =0.2 et Tc =0.8.

Les Figures 5.21 et 5.22 montrent les variations respectives de la taille

moyenne et la fitness moyenne du meilleur programme trouvé en fonction du

paramètre r pour l’opérateur CMH+INSr. Comme pour le problème Poly-

10, l’insertion d’instructions, contrôlée par r, entrâıne une diminution de la

valeur de la fitness quand r est inférieur à 3.0. Par contre, pour des valeurs

de r supérieures, celle-ci se dégrade régulièrement. La taille moyenne est

fortement corrélée au paramètre r et toutes les tailles possibles de l’espace

de recherche peuvent être atteintes.

Les Figures 5.23 et 5.24 montrent les variations respectives de la taille et

la fitness moyenne du meilleur programme trouvé en fonction du paramètre

p pour l’opérateur CMH+CSp. Nous voyons que, pour toutes les valeurs de p

testées, la fitness obtenue est meilleure que celles obtenues avec les opérateurs

CMH et CS. Cependant, on remarque que la taille moyenne des programmes

augmente rapidement avec le paramètre p et qu’elle semble atteindre la valeur

λmax quand p est supérieur à 0.5. De plus, la courbe de fitness présente un

minimum pour p=0.15.

5.4.4 Expérience finale

A partir des résultats précédents, nous voulons effectuer une recherche

plus poussée sur le problème inverse. Nous effectuons une série de 50 ex-

périences avec l’opérateur CMH+CS0.15. Le réglage de Tm et Tc est fixé à,

respectivement, 0.2 et 0.8. Nous utilisons l’approche par équipe de prédicteur

avec la combinaison de sous-programmes MoyP et β=1.0. La population est

composée de 1000 individus créés aléatoirement. Dans la population initiale,

la taille des individus est distribuée uniformément entre 1 et 50 gènes choisis

aléatoirement dans le jeu d’instructions Σ décrit précédemment. Durant les

expériences, la taille des individus est limitée à λmax=1000 gènes. L’évolu-

tion, avec élitisme, sélection par tournoi de 16 individus et remplacement
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0.01

0.012

0.014

0.016

0.018

0.02

0.022

0 0.2 0.4 0.6 0.8 1

F
it
n
es

s

p

CMH+CSp

CS
CMH

Fig. 5.23 – Problème inverse et CMH+CSp : Fitness moyenne en fonction
de p.

50

100

150

200

250

300

350

400

450

500

0 0.2 0.4 0.6 0.8 1

T
ai

ll
e

p

CMH+CSp

Fig. 5.24 – Problème inverse et CMH+CSp : Taille moyenne en fonction de
p.
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Tab. 5.5 – Recherche poussée sur le problème inverse avec l’opérateur
MHC+CS0.15 et la combinaison de prédicteur MoyP avec β=1.0.

Erreur RMS Moyenne Écart Type Meilleur Pire
Apprentissage 0.009 0.001 0.007 0.022

Validation 0.009 0.001 0.007 0.020
Test 0.011 0.001 0.008 0.021

steady-state est limitée à 200 générations.

La Table 5.5 présente les résultats obtenus. L’erreur de test moyenne est

proche de celle du RNA non-linéaire rapportée précédemment ce qui permet

d’espérer de bonnes performances en ce qui concerne la capacité de généra-

lisation des modèles. Bien que le nombre de générations ait été doublé, nous

n’avons pas constaté de tendance au sur-apprentissage. Les meilleurs pro-

grammes découverts ont une taille moyenne de 748.4 instructions et consti-

tuent des équipes composées de 302 prédicteurs, en moyenne.

Meilleur modèle d’inversion

Le meilleur des programmes découverts, avec une erreur de test de 0.008,

est composé de 709 instructions et forme une équipe de 240 prédicteurs.

Nous avons étudié la distribution des poids wi normalisés par la somme des

poids pour ce programme, voir Figure 5.25. On peut voir que plus de 70%

des prédicteurs ne sont pas pris en compte durant l’évaluation et que les

prédicteurs les plus performants ne représentent qu’une très faible partie de

l’équipe, c’est-à-dire environ 10%.

On s’intéresse à la qualité de l’inversion réalisée par le meilleur pro-

gramme. On peut voir, Figure 5.26, en abscisse les τa espérés issus du l’en-

semble de test et en ordonnée les τa prédits issus de l’évaluation du meilleur

programme sur les vecteurs d’entrées correspondants. On constate que l’in-

version est quasiment parfaite, avec une erreur RMS relative de 7.2% qui ne

semble pas dépendre de valeur τa, autrement dit cette erreur est uniformé-

ment répartie sur l’intervalle [0.1, 0.6]

Une des caractéristiques les plus importantes d’un modèle d’inversion est
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Fig. 5.25 – Problème inverse : Distribution des poids wi normalisés de la
meilleure équipe de prédicteur.

la robustesse, c’est-à-dire sa capacité de résistance au bruit. Pour évaluer la

robustesse du meilleur programme, nous avons appliqué un bruit gaussien de

plus ou moins 5%, indépendant pour chacune des 30 variables des 250 vec-

teurs d’entrée de l’ensemble de test. On peut voir, Figure 5.27, en abscisse

les τa espérés issus du l’ensemble de test et en ordonnée les τa prédits issus

de l’évaluation du meilleur programme sur les vecteurs d’entrées bruités cor-

respondants. La qualité de l’inversion semble encore satisfaisante, avec une

erreur RMS relative de 9.8%, ce qui signifie que le bruit n’a pas été amplifié

par le processus d’inversion.

L’erreur relative commise par le meilleur programme n’est pas biaisée et

sa distribution est proche d’un gaussienne, voir Figure 5.28. On peut donc

raisonnablement penser pouvoir directement utiliser ce modèle de façon opé-

rationnelle sur des données fournies par le réseau AERONET dont les radio-

mètres effectuent des mesures avec plus ou moins 5% d’erreur.
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5.5 Conclusion

Dans ce chapitre, nous avons constaté l’efficacité des deux méthodes de

contrôle de la taille, par translation et transformation de la distribution de la

taille des programmes recombinés avec le CMH, qui ont principalement per-

mis d’obtenir de meilleur compromis fitness vs taille. De plus, nous avons vu

que l’approche par équipe de prédicteurs améliore significativement les per-

formances du systèmes PGP, en particulier quand la performance de chaque

prédicteur est prise en compte dans la combinaison. Enfin, nous avons mon-

tré expérimentalement la faisabilité de l’inversion par PG de caractéristiques

des aérosols atmosphériques, les performances du modèle d’inversion, donné

par le meilleur programme obtenu, étant comparables à celles de modèles

obtenus avec des RNA.

Cependant, pour atteindre nos objectifs nous avons consacré un effort

de calcul considérable pour rechercher la valeur optimale des paramètres

du système, comme le taux d’application des opérateurs de croisement et
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de mutation Tc et Tm , le facteur β qui modifie la pondération en fonction

de l’erreur des prédicteurs dans l’équipe ainsi que les paramètres r et p de

contrôle de la taille. Il est clair que cette démarche ne peut être appliquée

dans un cadre opérationnel, notamment parce que dans ce cas la comparai-

son avec les RNA est beaucoup trop défavorable (en temps). Par contre, nous

pensons qu’en répétant cette démarche avec des problèmes différents, il sera

possible de déterminer des valeurs optimales moyennes de ces paramètres qui

pourront être par la suite utilisées de façon systématique. Une autre possibi-

lité serait de déterminer ces valeurs dynamiquement grâce à des mécanismes

d’auto-adaptation. Ainsi du temps de calcul sera disponible pour augmen-

ter le nombre d’évaluation des programmes, notamment en manipulant des

populations de plus grandes tailles et durant plus de générations.



Conclusion

L’opérateur de Croisement utilisé de façon Standard (CS) en Program-

mation Génétique (PG) a fait l’objet de nombreux travaux qui ont montré,

théoriquement et expérimentalement, son caractère brutal, c’est-à-dire prin-

cipalement ses effets délétères sur la fitness. Une des conséquences de cette

brutalité est le phénomène de bloat, cette croissance exagérée des programmes

qui pénalise la PG et la rend difficilement utilisable de manière opérationnelle.

C’est ce constat qui a motivé les travaux présentés dans ce mémoire.

Pour lutter contre la brutalité de la recombinaison en PG, une idée

consiste à utiliser des opérateurs, dits homologues, qui transmettent aux

enfants des caractéristiques communes aux parents. Pour définir un nouvel

opérateur, nous avons choisi d’utiliser l’acception moderne de l’homologie en

biologie qui repose sur la similarité des séquences d’ADN, le Croisement par

Maximum d’Homologie (CMH), pour la Programmation Génétique Linéaire

(PGL). Nous avons démontré que le CMH conserve l’homologie en garantis-

sant que la plus longue sous-séquence d’instructions communes aux parents

est transmise aux enfants durant la recombinaison tout en assurant qu’un

maximum de matériel génétique différent est échangé. Les expériences réa-

lisées sur des problèmes variés ont montré que le CMH est beaucoup moins

brutal que le CS et qu’ainsi le phénomène de bloat est nettement réduit. On

notera qu’avec ce résultat, l’objectif principal de cette étude a été atteint.

Nous avons également étudié les performances de PG et de l’opérateur

CMH pour la résolution d’un problème inverse. La faisabilité de l’inversion

par PG a été montrée et des résultats comparables à ceux obtenus avec

des Réseaux de Neurones Artificiels ont été rapportés. Nous pensons que

la qualité des modèles d’inversion trouvés classe la PG parmi les méthodes
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efficaces, compétitives et directement opérationnelles pour la résolution de

problèmes inverses.

Nous avons vu que l’opérateur CS réalise trois types de recherches : le

mélange, la diffusion et l’exploration de la taille des programmes. Ces trois

types de recherche semblent nécessaires au bon fonctionnement des systèmes

PG mais l’opérateur CS ne permet pas de les dissocier durant l’évolution.

L’opérateur CMH est quasi exclusivement un mélangeur pour la PGL, ce qui

nous permet d’envisager des stratégies originales pour le parcours de l’espace

de recherche grâce au découplage des opérations de mélange, de diffusion et

d’exploration. Nous pensons que ceci constitue une des perspectives les plus

intéressantes pour le CMH. En effet, que ce soit d’un point de vue théorique

ou expérimental, aucune raison ne justifie que la combinaison optimale des

trois opérations de recherches soit constante au cours de l’évolution ni même

qu’elle soit identique en fonction du problème à résoudre. Deux méthodes de

contrôle de la taille, par translation et transformation de la distribution de la

taille des programmes dans la population, ont été testées sur deux problèmes

différents. Elles ont toutes deux montré que le découplage du mélange et de

l’exploration de la taille des programmes permet d’améliorer le compromis

fitness vs taille.

De nombreux travaux restent a mener pour comprendre et améliorer le

comportement du CMH. Le premier d’entre eux serait certainement d’étendre

le cadre théorique du théorème exact des schémas proposé par Poli pour

qu’il intègre la recombinaison homologue du CMH. La définition et le calcul

de la distance d’édition sur lesquels repose le CMH tel que nous l’avons

défini pourraient être certainement discutés et modifiés ; par exemple, pour

permettre de prendre en compte le typage des instructions, d’accélérer le

calcul de l’ensemble des meilleurs alignements, ou bien même d’envisager la

recombinaison homologue de structures arborescentes.

Compte tenu des résultats présentés dans ce mémoire, nous pensons que

l’homologie, comme c’est le cas dans la nature, doit être prise en compte,

quelque soit la définition retenue, durant les opérations de croisement et ce

pour la plupart des algorithmes évolutionnaires manipulant des structures de

taille variable.
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Homologie en Programmation Génétique

Application à la résolution d’un problème inverse

Les Algorithmes Évolutionnaires (AE) sont des méthodes de recherche inspirées par la théorie darwinienne
de l’évolution, travaillant, en général, sur une population de solutions potentielles, par itération de phases
de sélections et de variations aléatoires. La Programmation Génétique (PG) est un AE dont l’objectif
est la recherche automatique de programmes au sens large. L’une des particularités de la PG est qu’elle
manipule des représentations complexes : arbres (PGA) ou listes de longueur variables (PGL), par exemple.
Les variations aléatoires permettant de créer de nouveaux programmes peuvent être soit des modifications
locales (mutations), soit des recombinaisons de programmes (croisements). L’opérateur de croisement est
souvent considéré comme le plus important et constitue un axe de recherche majeur en PG. Cet opérateur,
dans sa version d’origine, recombine aléatoirement des sous-parties de programmes sans tenir compte du
contexte : c’est une opération «brutale» qui est une des causes supposées de la croissance incontrôlée de
la taille des programmes.

Inspirés par la recombinaison homologue de l’ADN, nous définissons, le Croisement par Maximum
d’Homologie (CMH). A partir d’une mesure de similarité entre les expressions à recombiner, le CMH
favorise les échanges qui respectent les structures communes préexistantes. Dans un premier temps, nous
étudions les propriétés théoriques remarquables du CMH; puis, nous déterminons expérimentalement son
paramétrage et ses propriétés dynamiques. La capacité du CMH à effectuer une recherche moins brutale
et à permettre un contrôle précis de la taille des programmes est par la suite mise en évidence sur des
problèmes classiques de PG, en particulier dans le domaine de l’approximation de fonctions par régression
symbolique.

En partant des différents résultats obtenus, nous appliquons notre méthode à la résolution d’un
problème inverse complexe, l’inversion des composantes atmosphériques. Nous montrons comment, à coût
constant, il est possible de rechercher des combinaisons de modèles inverses dont les performances sont
supérieures aux modèles standards.

Mots Clés : Programmation Génétique, Algorithmes Évolutionnaires, Homologie, Recombinaison,

Problème Inverse

Homology in Genetic Programming

Application to inverse problem solving

Evolutionary Algorithms (EA) are search methods working iteratively on a population of potential solu-
tions that are randomly selected and modified. Genetic Programming (GP) is an EA that allows automatic
search for programs, usually represented as syntax trees (TGP) or linear sequences (LGP). Two mecha-
nisms perform the random variations needed to obtain new programs : the mutation operator (local varia-
tion) and the crossover operator (programs recombination). The crossover operator blindly exchanges parts
of programs without taking the context into account, this is a ”brutal” operation that may be responsible
of the uncontrolled growth of programs during evolution.

Mainly inspired by the homologous recombinaison of DNA strands, we introduce the Maximum
Homologous Crossover for LGP. The MHC ensures, thanks to a measure of similarity, that recombinaison
of programs is respectful. We show on classical GP benchmarks, e.g. the symbolic regression problem, that
when using MHC the search process is less brutal and that an accurate control of programs size is also
possible. These results are used to address a real world problem : the inversion of atmospheric components.

We show that, with a constant computational effort, it is also possible to find teams of inversion
predictors that outperform standard models.

Keywords : Genetic Programming, Evolutionary Algorithm, Homology, Recombination, Inverse Pro-

blem
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