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Introduction

Les énormes progrès de l’industrie micro-électronique depuis une vingtaine d’années ont permis le
développement rapide des capteurs numériques. Aujourd’hui, ces capteurs sont présents dans de nombreux
domaines d’application (vidéo-surveillance et sécurité, médical, grand public) et leur capacité en termes
de résolution est en augmentation constante. Les capteurs récents affichent généralement des définitions
supérieures à dix millions de pixels. Cette grande taille entraîne statistiquement une augmentation des
risques de voir apparaître un défaut sur l’image acquise. Les industriels doivent donc améliorer dans le
même temps leurs procédés de fabrication afin de conserver une bonne fiabilité de leurs capteurs, et donc
une viabilité économique.

Le domaine de l’imagerie médicale a également profité de la numérisation des capteurs. En imagerie
X, les systèmes d’acquisition à film photosensibles sont progressivement remplacés par des systèmes à
capteurs numériques CCD ou CMOS, fournissant des images haute définition. Trixell, fabriquant de
détecteurs plats numériques pour radiographie, dispose de détecteurs atteignant des définitions de l’ordre
de 3000 × 3000 pixels. Le domaine médical impose que l’image en sortie du détecteur ne contienne
aucun défaut, et soit d’une qualité suffisante pour permettre aux médecins et aux radiologues d’effectuer
un diagnostic sûr. Cette forte contrainte de qualité impose à Trixell un contrôle drastique des images
produites par ses détecteurs.

Cette thèse s’inscrit dans le contexte industriel de contrôle de la qualité des images issues de détecteurs
radiologiques plats. En particulier, nous avons cherché à analyser le contenu des images à la recherche
de structures se différenciant du bruit de fond des images plates (images acquises à l’aide d’une dose de
rayons X mais en l’absence de sujet, voir figure 0.1), structures que nous appelons défauts.

Le contrôle fréquent des images à la recherche de tels défauts génère à Trixell une quantité considérable
d’images à analyser. Il existe deux cas de figure différents pouvant amener à une telle analyse d’images :

– contrôle de la qualité au cours de la fabrication : la fabrication d’un détecteur est un processus com-
plexe pouvant durer une semaine. Au cours de ce processus, la qualité du détecteur est analysée,
notamment à l’aide d’images de test. La production d’un seul détecteur requiert l’analyse de cen-
taines d’images de test haute résolution. Il faut donc mettre au point des outils efficaces d’analyse
des défauts présents dans ces images afin d’automatiser la tâche de contrôle, qui ne peut être faite
dans un délai raisonnable, et dans de bonnes conditions d’efficacité, par un opérateur humain.

– Contrôle a posteriori : en fonction des retours clients ou de problèmes de qualité image détectés
en interne, les experts image de Trixell sont fréquemment amenés à analyser a posteriori la base
des images à la recherche de défauts particuliers. Depuis sa création, Trixell a produit environ
25 000 détecteurs, tous ayant généré plusieurs centaines d’images. L’enjeu d’une tâche d’analyse a
posteriori est donc d’être capable d’analyser automatiquement les images, et d’effectuer une synthèse
des résultats obtenus. Il est notamment intéressant d’analyser chaque image et d’en extraire les
défauts, puis d’affecter une mesure à ces défauts. Cette mesure doit de plus être corrélée à l’impact
qu’ont les défauts sur la qualité de l’image.

La quantité d’images à analyser impose des contraintes de performance pour le système de détection
de défauts que l’on veut mettre au point : ce système doit avoir un taux de fausse alarme extrêmement
faible (une fausse alarme est une détection d’un défaut dans l’image alors qu’il n’y en a pas). En effet,
chaque fausse alarme entraîne soit le dérangement inutile d’un opérateur (dans le cas d’un contrôle de
qualité au cours de la fabrication), soit de mauvaises analyses (dans le cas du contrôle a posteriori).
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(a) Image clinique (b) Image plate

Figure 0.1 – Image clinique et image plate d’un détecteur numérique classique (examen radiologique convention-
nel)

Cette thèse s’inscrit dans un projet industriel complet d’analyse de la qualité des images issues de dé-
tecteurs numériques pour radiographie. Le manuscrit sera organisé en trois parties distinctes. En partant
de considérations générales, nous nous attacherons à l’étude de deux processus critiques pour l’analyse
de qualité d’une image.

1. La première partie est donc introductive. Elle présentera d’abord le contexte de la thèse (capteurs
radiographiques, types d’images, chaîne de correction). Ensuite, nous décrirons la chaîne d’analyse
automatique de la qualité des images. Cette chaîne détaille, de l’image d’origine jusqu’aux résultats
des défauts quantifiés en fonction de leur visibilité, le processus d’analyse élaboré dans le cadre de
la thèse. Ce processus est prévu pour une exploitation industrielle, i.e. pour l’analyse de milliers
d’images hautes résolutions issues des détecteurs pour radiographie.

2. La seconde partie sera un éclairage sur un des points critiques de la chaîne de traitement : la
détection de défauts dans l’image. Plusieurs méthodes de détection y seront présentées, s’appuyant
à la fois sur des considérations statistiques et spatiales. Dans le même temps, nous exposerons une
méthode de validation de performances de ces algorithmes de détection, adaptée à notre contexte,
et ne nécessitant aucun réglage : la méthode du Receiver Operating Characteristic (ROC) souple.

3. Enfin, nous finirons par une étude de mesure objective de visibilité, s’appuyant sur une campagne
d’évaluation subjective menée auprès d’experts qualité image à Trixell. Les mesures objectives de
qualité sont l’objet de nombreuses études académiques, aucune n’ayant donné de résultats vraiment
convaincants dans tous les cas. Notre approche pour cette étude est de s’appuyer sur des données
d’évaluation subjective, ainsi que sur la connaissance du type d’artefacts pouvant apparaître sur
les images, pour construire une mesure simple de visibilité des défauts.
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Chapitre 1

Principe technologique des
détecteurs plats numériques pour
radiographie

Résumé

Dans ce chapitre, le procédé de fabrication du rayonnement X ainsi que la technologie utilisée pour la
fabrication des détecteurs numériques sont brièvement exposés. Les impacts de ces éléments sur l’image
sont également illustrés. Grâce à la connaissance des constituants d’un détecteur, des corrections sont
possibles, et donc appliquées, afin de s’affranchir de phénomènes de dégradation d’image se retrouvant
systématiquement sur toute image acquise par le détecteur. On obtient ainsi une image corrigée contenant
uniquement du bruit ainsi que d’éventuels défauts dont la détection et la mesure font l’objet de cette thèse.
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Les détecteurs numériques pour radiographie Trixell sont issus d’un processus de fabrication complexe
mettant en œuvre aussi bien de l’électronique que de la mécanique et de la chimie. Ce processus, par
sa complexité et par sa nécessité d’intervention humaine, n’est pas parfait et un certain nombre de
défauts sont présents dans le produit en fin de chaîne. L’expérience permet, à partir d’un défaut constaté
sur une image, de retrouver son origine dans le processus de fabrication. Ce raisonnement s’appuie sur
une bonne connaissance du procédé de fabrication, et des dérives qu’il peut subir. Un détecteur est
globalement constitué de trois éléments critiques : une couche de cristal appelé scintillateur, une couche
de constituant électronique sensible à la lumière (la dalle de photodiodes) et l’électronique permettant
la lecture et la conversion numérique du signal. Dans ce chapitre, après avoir présenté globalement le
principe de la radiographie, une présentation de ces trois couches technologiques sera faite. Elle sera
conclue par un tour d’horizon des systèmes de radiographie, et notamment par un détail des différentes
classes d’application de chaque système, impliquant chacune des contraintes différentes sur la qualité des
images.

1.1 La radiographie

1.1.1 Le rayonnement X
Depuis la découverte du rayonnement X par Wilhelm Röntgen [82] et le premier cliché radiographique

(voir figure 1.1) qu’il réalisa en 1895, les outils de diagnostic médicaux se sont multipliés. Cependant, la
radiographie reste l’outil de base grâce à sa simplicité, sa polyvalence et son aspect bon marché comparé
aux autres techniques.

La radiographie par rayons X consiste en l’exposition d’un patient à des rayons X, ce qui permet
d’obtenir par ombre chinoise des clichés de ses os ou de ses organes. Selon la densité de la partie du corps
traversée, le rayonnement est plus ou moins absorbé, et on arrive ainsi à voir par transparence les tissus
sur lesquels le médecin ou le radiologue cherche des lésions.

Cette capacité à observer toutes les parties du corps fait de la radiographie un outil polyvalent et
donc couramment utilisé. Mais son succès s’explique aussi par sa plus grande facilité de mise en oeuvre
et son ancienneté par rapport aux autres technologies d’imagerie médicale.

Un peu plus de 100 ans après la première radiographie de Röntgen, le principe de détection n’a
finalement pas évolué puisqu’il repose toujours sur le film radiographique, sensible aux rayons X comme
une pellicule photographique est sensible à la lumière. Pour obtenir un cliché après exposition, il suffit,
toujours de façon analogue à la photographie, de développer le film.

Le rayonnement X, dans des applications médicales, est produit dans un tube à rayons X par bombar-
dement d’une anode métallique (en général du tungstène) par un faisceau d’électrons. Lors de ce bom-
bardement, les électrons subissent une décélération au contact de l’anode, produisant ainsi des rayons X.

Figure 1.1 – Première radiographie médicale : main d’Anna-Berthe Röntgen, 22 décembre 1895
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Figure 1.2 – Spectre des ondes électromagnétiques : les rayons X sont situés aux niveaux d’énergie élevés du
spectre

En imagerie médicale, les rayons X utilisés sont dans la gamme d’énergie 10-100keV , ce qui correspond
à une longueur d’onde de 0.1nm à 0.01nm (voir figure 1.2). Une description complète du procédé de
fabrication, des caractéristiques, et de l’utilisation du rayonnement X dans un contexte médical peut être
trouvée dans [7].

1.1.2 La radiographie numérique

Depuis quelques années, la radiologie a amorcé son virage vers le tout numérique avec l’avènement
des premiers détecteurs plats. La société Trixell joue un rôle moteur dans le développement de cette
technologie. Les principaux avantages de ces détecteurs numériques plats, face aux radiographies à base
de film, sont :

– une dose d’exposition plus faible du patient aux rayons X, à qualité d’image identique : les dé-
tecteurs numériques ont une sensibilité supérieure, ce qui permet de réduire la dose. Ceci est une
caractéristique particulièrement stratégique pour les détecteurs numériques, notamment lorsque l’on
considère une utilisation dans le cadre d’une intervention chirurgicale, où le patient et le médecin
peuvent être exposés à une dose de rayonnement cumulée relativement importante si la sensibilité
du matériel d’acquisition est insuffisante,

– une facilité de transmission et de stockage : les clichés radiographiques sont conservés directement
sur support informatique, ce qui permet une transmission rapide des données et un stockage plus
pratique, et surtout moins polluant, comparé aux traditionnels films,

– les multiples traitements d’image disponibles qui permettent de faciliter le diagnostic : les outils de
réglage de contraste permettent au médecin de pouvoir instantanément visualiser plusieurs types
d’organes (tissus mous et os), alors qu’avec un film classique, il aurait fallu faire plusieurs clichés en
adaptant la dose d’exposition. Le fait de disposer directement de la source numérisée de l’examen
a également permis de développer les techniques d’amélioration d’image (débruitage, rehaussement
de contours notamment) ou de post-traitement avancé (reconstruction 3D, visualisation couleur par
acquisition en «Dual Energy»).

Les multiples avantages des détecteurs numériques leur permettent de prendre petit à petit le dessus
vis-à-vis des systèmes à film, qu’ils sont amenés à remplacer dans des contextes où le coût des systèmes
n’est pas une contrainte trop forte.
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Figure 1.3 – Illustration de l’effet de dôme et de l’effet de Heel. L’effet de dôme provoque un dégradé radial car
les pixels du détecteur ne sont pas équidistants de la source. L’effet de Heel résulte d’une contrainte de design du
tube et provoque un effet de dégradé linéaire : les rayons X produits dans l’anode ne traversent pas une épaisseur
de métal équivalente (D1>D2) et sont donc absorbés différemment, d’où le dégradé apparaissant sur le détecteur.

1.1.3 Impacts de la source de rayons X dans les images acquises par des
détecteurs numériques

Certaines caractéristiques physiques du tube à rayons X peuvent avoir des effets sur l’image acquise
à l’aide du rayonnement X provenant de ce tube. L’impact le plus notable est l’effet conjugué de source
ponctuelle de rayonnement et de l’effet de Heel qui entraînent un dégradé de luminosité sur les images
acquises à l’aide des détecteurs plats.

Le premier effet, appelé «effet de dôme», est une conséquence de la nature ponctuelle de la source de
rayonnement qui n’éclaire pas uniformément la surface plane formée par le détecteur. En effet, le niveau
L d’un pixel du détecteur éclairé par une dose Dx de rayons X suit :

L ∝ Dx

R2 (1.1)

avec R la distance du pixel à la source.
Le détecteur étant plan, tous ses pixels ne sont pas équidistants de la source d’où l’effet de dôme observé

qui est une décroissance du signal (i.e. de la luminosité) sur les bords du détecteur (voir figure 1.3).
Le second effet, appelé effet de Heel, résulte d’une contrainte de design de l’anode du tube à rayons

X. Celle-ci doit présenter un léger angle par rapport au faisceau d’électrons venant la frapper. Cet angle
permet de diminuer l’échauffement sur la partie illuminée de l’anode : les électrons sont répartis sur
une surface plus grande par rapport à une configuration où l’anode serait perpendiculaire au faisceau
électronique. La dissipation thermique dans l’anode est rendue ainsi plus efficace. La figure 1.3 illustre
l’effet de Heel et le dégradé linéaire ainsi observé sur l’image.

Cet effet du générateur a des répercussions sur les images en sortie des détecteurs plats, comme
l’illustre la figure 1.4. On observe sur image plate une fonction d’éclairement qui vient se multiplier
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(a) Image plate avec effet de dôme et
de Heel

(b) Image de l’effet conjugué dôme et
Heel

(c) Image plate sans dôme ni effet de
Heel

Figure 1.4 – Illustration de l’effet de dôme et de l’effet de Heel sur une image en sortie du détecteur : un dôme
d’éclairement apparaît clairement sur l’image non corrigée (figure 1.4(a)). L’effet peut facilement être corrigé et
isolé (figure 1.4(b)) afin d’obtenir une image d’intensité globalement homogène (figure 1.4(c)).

à l’image d’origine. Cet effet peut facilement être compensé par correction (par exemple, acquisition
d’images de référence, et division des images en sortie par cette référence) car l’effet est spatialement stable
d’une image à l’autre. On peut également estimer l’effet par filtrage basse-fréquence comme l’illustre la
figure 1.4(b). Dans la suite du manuscrit, nous verrons que nous pouvons nous affranchir de cet effet, et
nous concentrer sur l’analyse des structures non prévisibles apparaissant dans les images.

D’autres structures connues apparaissent classiquement sur les images issues des détecteurs numé-
riques. En plus des effets d’éclairement causés par la source, que nous venons de voir, les différents
constituants du détecteur peuvent être à l’origine de structures, maîtrisées ou non. Nous allons voir dans
les prochaines sections les trois principaux constituants d’un détecteur, en indiquant à chaque fois le type
de défaut qu’il peut générer.

1.2 La technologie des détecteurs plats
Dans le domaine des détecteurs plats, deux grands principes de détection coexistent :
– la détection directe : les rayons X sont convertis directement en charge électrique au sein d’une
substance photoconductrice. Le rayonnement X incident a un effet ionisant sur le matériau (principe
inverse de la production de rayons X), généralement du Sélénium Se, et provoque une libération
d’électrons. La tension électrique appliquée aux bornes du matériau permet une migration des
charges qui sont stockées avant d’être lues et converties en valeur numérique

– la détection indirecte : c’est la technologie adoptée par Trixell. Les rayons X sont transformés en
photons visibles au sein du matériau scintillant (oxyde de Gadolinium dopé Terbium ou iodure de
Césium dopé Thallium). Les photons visibles sont ensuite convertis en charges électriques puis en
signal numérique.

Les détecteurs plats numériques produits par Trixell s’appuient sur la technologie de détection indi-
recte. Cette technologie a donné naissance à l’un des premiers détecteurs plats en 1995 [67]. La figure 1.5
résume le schéma de détection de la technologie Trixell. Les trois principaux composants y sont illustrés :
le scintillateur, la matrice de détection et l’électronique de lecture.

1.2.1 La couche scintillatrice

La couche scintillatrice est utilisée dans la technologie à détection indirecte pour transformer les
photons X en photons visibles. Plusieurs technologies existent pour réaliser cette couche, celle retenue
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Figure 1.5 – Coupe d’un détecteur numérique plat. Les rayons X incidents (partie supérieure) sont transformés
en photons visibles par le scintillateur. Au sein de la matrice de photodiodes, les photons visibles sont convertis
en charges électriques et lus par l’électronique de lecture.

pour les détecteurs numériques Trixell s’appuie sur un cristal d’iodure de Césium dopé Thallium [31, 19].
L’avantage de cette technologie à base d’iodure de Césium est sa structure en aiguille (voir figure 1.6),
qui, comme une fibre optique, permet de guider les photons. Ceci permet d’améliorer la résolution spatiale
en limitant la diffusion des photons dans le matériau. Cette structure est obtenue par évaporation : le
matériau est chauffé jusqu’à évaporation et se condense sur un substrat qui sert de base de croissance
pour les aiguilles. L’effet de scintillation est causé par la nature ionisante du rayonnement X qui vient
créer des changements de niveau d’énergie des électrons au sein des atomes du matériau. L’énergie libérée
par ce changement de niveau est ainsi rayonnée sous la forme de photons. Le dopage au Thallium du
cristal est un élément essentiel qui permet de déplacer la bande d’émission du scintillateur aux alentours
de 550nm, ce qui correspond à la plage de fonctionnement optimal de la matrice de photodiodes (plage
d’efficacité maximale). D’autres dopages par des constituants moins nocifs que le Thallium existent, mais
la longueur d’onde des photons émis correspond moins bien à la bande de détection des photodiodes, ce
qui dégrade l’efficacité de la chaîne d’acquisition.

La plupart des défauts que nous recherchons résultent d’un effet lié au scintillateur. En effet, sa
fabrication et son intégration au détecteur sont des opérations complexes et sensibles. De plus, le CsI,
même si il dispose de nombreux avantages d’un point de vue optique, est un matériau peu stable dans le
temps, et sensible aux variations de température. Les défauts résultant du scintillateur et de son évolution
dans le temps sont donc mal déterminés : ils peuvent prendre une forme et un aspect aléatoires.

1.2.2 La dalle de photodiodes et l’électronique de lecture
Comme illustré sur la figure 1.5, le second constituant principal d’un détecteur est la dalle de pho-

todiodes permettant de passer d’un signal lumineux (des photons visibles) à un signal électrique (des
charges accumulées dans un condensateur de la photodiode). Chaque photodiode dispose d’un transistor
de type TFT qui sert d’interrupteur pour le transfert des charges dans l’électronique de lecture. Les
composants de lecture viennent lire les charges selon le principe suivant :

1. choix de la colonne : un signal vient activer l’entrée du composant de lecture sur la colonne à lire.
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Figure 1.6 – Structure en aiguilles du scintillateur vue au microscope électronique : les aiguilles de Iodure de
Césium dopée Thallium (CsI :Tl) mesurent en moyenne 6µm de diamètre et 500 à 600µm de long

Un même composant est chargé de la lecture d’une centaine de colonnes.
2. lecture des lignes : un séquenceur ouvre successivement les transistors des diodes de chaque ligne,

entraînant le transfert des charges qui y étaient stockées.
3. les charges sont numérisées afin d’affecter une valeur en niveau de gris à chaque pixel.
Cette étape peut générer des structures sur les images, qui doivent être corrigées, comme nous verrons

dans la prochaine section. En particulier, on peut observer une corrélation en ligne et en colonne du bruit
composant une image plate. Cette corrélation spatiale du bruit est caractéristique d’un effet de l’élec-
tronique de lecture. La figure 1.7 représente les densités spectrales de bruit d’un détecteur à deux doses
différentes. On rappelle que la densité spectrale de puissance Γ(u, v) d’une image f(x, y), de transformée
de Fourier F (u, v), est définie par :

Γ(u, v) = |F (u, v)|2 (1.2)

Pour déterminer la densité spectrale de bruit dans notre cas, nous l’avons estimée à partir de plusieurs
réalisations de ce bruit.

La première densité spectrale (figure 1.7(a)) a été déterminée en l’absence de rayons X incidents, et la
seconde pour une dose d’exposition classique (figure 1.7(b)). On voit clairement sur la figure 1.7(a) le bruit
de l’électronique de lecture qui présente une corrélation forte en colonne et en ligne (respectivement, ligne
horizontale et ligne verticale dans les images de densité spectrale). En présence de rayonnement X, le bruit
électronique est couplé à un bruit résultant de l’effet combiné de la source de rayons X et du scintillateur.
Le bruit d’une image brute en sortie du détecteur n’est donc pas strictement blanc. Néanmoins, nous
verrons dans les chapitres suivants que la chaîne de correction ainsi que le souci de traiter le cas de la
détection dans un contexte général nous pousseront à traiter le cas d’un bruit de fond blanc dans les
images.

1.3 Les applications radiographiques
Trixell dispose d’une large gamme de détecteurs radiographiques, dépendant du type d’applications

pour lesquelles ils sont destinés. On distingue notamment les détecteurs statiques, utilisés en radiologie
conventionnelle et les détecteurs dynamiques (pouvant acquérir plusieurs images en un intervalle de
temps réduit) plutôt destinés à de la radiologie interventionnelle. La table 1.1 résume les caractéristiques
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(a) Densité Spectrale de Bruit sans X. Réglage du
contraste : valeur médiane ±200%

(b) Densité Spectrale de Bruit à 1µGy. Réglage du
contraste : valeur médiane ±90%

Figure 1.7 – Densités Spectrales de Bruit d’un détecteur numérique

Figure 1.8 – Gamme des produits Trixell (de gauche à droite, de l’arrière plan au premier plan) : Pixium RF,
Pixium 4600, Pixium Portable, Pixium 4800 et Pixium 4700
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(a) Image d’examen de radiographie
conventionnelle

(b) Image d’examen fluoroscopique (c) Image d’examen cardiologique

Figure 1.9 – Différents types d’examen en radiologie (de gauche à droite) : radiographie d’une main, fluoroscopie
pour le suivi de la bifurcation aortique au niveau de l’abdomen, examen dynamique du coeur par injection de
produit de contraste

principales des détecteurs Trixell actuellement sur le marché. La gamme est composée (voir figure 1.8) :

– d’un détecteur radiographique, le Pixium 4600 : premier détecteur Pixium mis sur le marché, il est
naturellement destiné, grâce à sa grande taille, à la radiographie conventionnelle (radiographie de
membres ou de thorax, voir figure 1.9(a)).

– D’un détecteur pour la fluoroscopie, le Pixium 4700 : détecteur dynamique de taille moyenne qui
permet de réaliser des examens comme le suivi du flux sanguin dans des artères ou des vaisseaux
(après injection d’un produit de contraste, voir figure 1.9(b)).

– D’un détecteur pour cardiologie, le Pixum 4800. Ce détecteur de petite taille (taille adaptée au cœur)
permet d’acquérir des images en mode dynamique. Sa rapidité d’acquisition permet son utilisation
pour les interventions de chirurgie cardiaque : réparation d’artères autour du cœur :interventions
suite à occlusion, anévrisme ou dissection aortique, voir figure 1.9(c).

– D’un détecteur polyvalent, le Pixium RF. Produit faisant partie de la nouvelle gamme, il se décline
en deux versions venant remplacer le Pixium 4600 et le Pixium 4700. Sa plus grande taille et son
pas d’échantillonnage (pixel pitch) plus faible sont les principales améliorations apportées.

– D’un détecteur portable, le Pixium Portable. Produit utilisé pour la radiographie conventionnelle,
comme le Pixium 4600, sa principale caractéristique repose dans son utilisation portable : il transmet
ses images par liaison WiFi et dispose d’une poignée de transport et d’une batterie pour fonctionner
en mode autonome. Il est principalement destiné aux examens urgents pour lesquels on ne peut
pas manipuler ou transporter le patient vers une salle de radiographie (service des urgences par
exemple).

Les détecteurs numériques ajoutent à la composante spatiale une composante temporelle. Ceci a des
implications dans le cadre du contrôle qualité et la détection de défaut puisque la perception des défauts
diffère grandement dans le cas des séquences d’images. La détection de défaut sur image statique et
sur images dynamiques étant deux problèmes relativement différents, nous avons décidé de nous placer
uniquement dans le cas statique pour cette thèse. On peut a priori émettre l’hypothèse que les défauts
sont plus difficilement détectables dans le cas statique, car on ne dispose pas de l’information temporelle.
Les méthodes de détection sur images statiques peuvent de plus s’appliquer sur images dynamiques (en
les appliquant image par image, et en procédant à une fusion de chaque détection obtenue), alors qu’il
nous paraît difficile d’appliquer à une seule image les méthodes élaborées sur le cas dynamique. Nous
avons donc choisi de restreindre l’étude au cas statique.
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Pixium 4600 Pixium 4700 Pixium 4800
Champs d’application Radiographie Fluoroscopie Cardioscopie
Début de production 2000 2004 2002
Surface imagée 43× 43cm 40× 30cm 18× 18cm
Résolution (en pixels) 3000× 3000 2480× 1910 956× 954
Dynamique des images (bits/pixel) 14 14 14
Pixel pitch (µm) 143 154 184
Fréquence d’acquisition max (en Hz) 60 60
Poids (en kg) 17.2 20 10

Pixium RF Pixium Portable
Champs d’application Radio/Fluoro Radiographie
Début de production 2007 2008
Surface imagée 43× 43cm 34× 43cm
Résolution (en pixels) 2880× 2881 2372× 3000
Dynamique des images (bits/pixel) 16 16
Pixel pitch (µm) 148 144
Fréquence d’acquisition max (en Hz) 30
Poids (en kg) 25 4.8

Table 1.1 – Caractéristiques des détecteurs Pixium
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1.4 La chaîne de correction d’images
Du fait de l’électronique et des effets de dôme ou de l’effet de Heel précédemment décrits, les images

en sortie du détecteur présentent des structures caractéristiques se retrouvant de manière systématique.
On observe ainsi des bandes verticales sur l’image résultant de la dispersion de gains des composants
électroniques. En effet, avec pi,j le niveau d’un pixel dans l’image de sortie, et d la dose de rayonnement
X que reçoit ce pixel (qu’on suppose constante sur tout le détecteur), on peut modéliser, en l’absence de
bruit, le système par l’équation suivante (voir aussi la figure 1.10(a)) :

pi,j = Gi,j × d+Oi,j (1.3)

La quantité Gi,j est le gain du pixel, et Oi,j est son offset. Afin de garantir l’homogénéité spatiale des
niveaux sur le détecteur, il faut supprimer la dépendance en (i, j) de pi,j dans la formule précédente. Un
des buts de la chaîne de correction, en plus de corriger les défauts, est de rétablir l’homogénéité spatiale
de l’image en choisissant pour tous les pixels un gain et un offset uniques. Ceci est réalisé en deux temps
(voir figure 1.10) :

1. une image de référence Orefi,j acquise sans exposition est retirée à l’image à corrigée Ii,j . Ceci a
pour conséquence de créer une image où ∀(i, j) Oi,j = 0

2. l’image résultante IOci,j est divisée par une image de référence de gain Grefi,j de manière à avoir
∀(i, j) Gi,j = 1

L’image corrigée d’offset et de gain s’écrit donc :

IOcGci,j = Ii,j
Grefi,j

−Orefi,j =⇒ ∀ (i, j) pi,j ∝ d (1.4)

Une dernière étape, la correction de défauts, permet de corriger les pixels défectueux (pixel 3 sur la
figure 1.10(a)) détectés par une méthode basique de type statistique sur le niveau des pixels. L’image
obtenue en fin de chaîne est une image corrigée d’offset, de gain et de défauts.

1.5 Conclusions
La fabrication d’un détecteur est un processus complexe qui ne peut être exempt de défauts et de

dérives de procédé. Afin de garantir le principe de «zéro défaut», on doit analyser les images automati-
quement de manière à détecter et mesurer chaque défaut. On distingue principalement deux catégories
de défauts :

– les dérives dans les structures typiques de l’image. Ce sont des défauts causés par une valeur atypique
dans les structures typiques de l’image (structures dues à l’électronique ou au scintillateur) qui
peuvent être corrigées par la chaîne de correction. Ces défauts n’évoluant pas, ils sont alors invisibles
sur l’image finale entièrement corrigée. Ces défauts de structures connues ne font pas l’objet de cette
thèse, puisque des méthodes spécifiques ad hoc existent déjà pour les détecter et les mesurer (en
général, il s’agit de comparer leur valeur à une valeur spécifiée) .

– les défauts sur image corrigée : des pixels qui ne sont pas détectés comme défectueux par les
méthodes actuelles, restant visibles sur l’image corrigée. Cette thèse traite de la détection et de la
mesure de ces défauts de structure a priori inconnue.
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Chapitre 2

Chaîne d’analyse automatique de la
qualité image

Résumé

Les images issues des détecteurs numériques sont de grande taille - jusqu’à 3000 × 3000 pixels et
peuvent contenir plusieurs défauts de taille et de nature variées. Cette grande taille et le nombre de dé-
fauts présents rendent impossible le contrôle et l’analyse de la qualité de ces images par un observateur
humain. L’objectif de la chaîne d’analyse automatique de la qualité est donc de disposer d’une procédure
automatique permettant de produire une cartographie des défauts présents, et pouvant donner une quanti-
fication de l’impact visuel de chaque défaut de manière à produire une appréciation aussi fine que celle qui
serait donnée par un observateur humain. Dans ce chapitre, des méthodes permettant de répondre à ces
deux objectifs fondamentaux sont décrites et commentées. Des résultats sur des exemples réels viennent
illustrer chacune de ces méthodes, et mettre en avant leurs limitations. Ce chapitre présente la chaîne
complète, comme elle a été implémentée, à l’aide de traitements simples et robustes. Les procédés per-
mettant la détection et la mesure de visibilité seront traités avec plus de détails dans les chapitres 4
et 5.
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Comme nous l’avons vu dans le chapitre précédent, l’analyse automatique du contenu est un enjeu de
grande importance afin de garantir la bonne qualité des images qui seront utilisées par l’utilisateur final,
mais également de capitaliser la connaissance des problèmes de qualité d’image afin de tendre vers une
amélioration des produits. Dans ce chapitre, nous allons décrire en détails la tâche d’analyse automatique
de la qualité d’image, comme elle est vue dans la problématique industrielle servant de cadre à cette thèse.
Cette analyse automatique de la qualité des images exploite une image brute, en sortie du détecteur, et
exploite toute l’information qui diffère du bruit de fond de cette image. Cette information est exploitée
principalement sous deux formes, qui sont deux sous-produits de la chaîne complète d’analyse de la qualité
d’une image :

– cartographie de tous les défauts image : chaque défaut dans l’image doit être localisé afin d’être
observé, identifié, et archivé. Ce processus nécessite une détection des défauts, et une capture de
chaque défaut dans le contexte ayant servi pour sa détection.

– caractérisation et mesure de la visibilité de chaque défaut dans son contexte : à chaque défaut,
il faut associer une valeur quantitative permettant de traduire l’impact visuel du défaut dans un
contexte particulier, qui peut être différent du contexte dans lequel il a été détecté.

Ce chapitre décrit la chaîne d’analyse complète permettant notamment d’obtenir ces deux informations
à partir d’une image Trixell. Dans les paragraphes suivants, nous allons détailler chaque étape de cette
chaîne en précisant à chaque fois son but, les enjeux associés à l’étape, et une illustration de réalisation
sur un exemple concret d’analyse d’image. Les étapes de localisation des pixels défectueux et de mesure de
visibilité ont fait l’objet d’études approfondies et seront donc décrites plus en détails dans les chapitres 4 et
5. Pour les autres étapes de la chaîne, nous proposons une méthode permettant de répondre au problème.
D’autres méthodes sont bien entendu possibles, mais la thèse ayant principalement pour objet la détection
et la mesure de qualité, nous avons choisi de répondre à certains problèmes de manière pragmatique, en
étant conscient que les solutions ainsi proposées pourront être améliorées.

2.1 La chaîne complète
La chaîne d’analyse de la qualité d’une image, construite dans le cadre de la thèse, est présentée sur

la fig 2.1.
L’image d’origine présentée sur cette figure est une image non-corrigée présentant des structures

connues comme le dôme, l’effet de Heel et des structures corrélées en ligne et en colonne. L’origine de ces
structures a été présentée dans le chapitre précédent. Ces structures ont une géométrie commune dans
toutes les images à analyser. La première étape de la chaîne de traitement consiste donc à récupérer ces
structures et les traiter à part. Cette étape de pré-traitement sera détaillée dans la section 2.2. On extrait
trois structures typiques de l’image d’origine : la structure basse fréquence (où on retrouve notamment
les effets de dôme et de Heel) et des structures de type colonnes et lignes constantes, dues à l’électronique
de lecture. Ces structures sont en pratique corrigées par la chaîne de correction.

Une fois ces structures enlevées de l’image d’origine, nous entrons dans la phase d’analyse des défauts
inconnus. La première étape de cette phase est une détection des zones potentiellement défectueuses (voir
section 2.3). Cette étape définit des régions relativement étendues (pas de détection au pixel près) qui
serviront ensuite à une analyse plus fine des défauts ainsi détectés. Sur la fig 2.1, nous avons ainsi détecté
quelques zones défectueuses qui apparaissent en rouge. Nous verrons que la méthode choisie, en première
approximation, souffre d’un manque de sensibilité : des défauts bien visibles malgré un rapport signal à
bruit éventuellement faible, ne sont pas ou mal détectés. L’amélioration de cette étape a donc fait l’objet
d’une étude plus approfondie qui sera exposée dans les chapitres 3 et 4.

Ces régions sont passées en entrée d’un bloc d’extraction de régions d’intérêt (ROI) qui est en charge
de la définition d’une zone de capture du défaut (voir section 2.4). La ROI extraite doit à la fois permettre
la visualisation du défaut par un observateur, mais aussi définir une zone suffisamment large pour que
l’étape suivante de localisation au pixel près soit efficace. En effet, il faut pouvoir estimer des statistiques
sur le bruit de fond, la ROI extraite doit donc contenir suffisamment de pixels de bruit pour accomplir
cette tâche. Enfin, les ROI extraites doivent être de taille raisonnable pour des raisons pratiques de
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stockage des résultats. La fig 2.1 montre un exemple de trois défauts capturés sur l’image d’origine. Nous
avons choisi, par souci de clarté de l’illustration, des défauts très visibles. En pratique ces défauts sont
parfaitement corrigés par la chaîne de correction. Ils peuvent être dûs à des défauts de surface sur le
détecteur (capot rayé, particules présentes sur le capot lors de l’acquisition de l’image). Dans tous les
cas, ces défauts ne seront évidemment pas présents sur l’image qui sera utilisée par le client.

L’étape suivante consiste en une localisation fine des défauts. Cette étape a un objectif double :
confirmer la présence du défaut indiquée par le bloc de détection, et être capable d’identifier le défaut
présent au pixel près. Une méthode simple de détection pixellique a été utilisée en première approximation
pour définir la chaîne d’analyse (section 2.5). Ainsi, la fig 2.1 présente le résultat de la localisation sur
les trois défauts présentés.

L’étape de débruitage (section 2.6) s’appuie ici sur les résultats de la localisation pour fournir une
estimation du défaut débruité. L’objectif de cette étape est de s’affranchir du contexte dans lequel a été
détecté chaque défaut, de manière à avoir une représentation générique du défaut qui sera fournie aux
étapes suivantes. Cette étape s’apparente à une étape de pré-traitement en vue de la caractérisation du
défaut. Une méthode de débruitage simple et adaptée à notre problème est proposée dans le cadre de
cette étude. On voit ainsi que les trois défauts présentés sont assez bien débruités par cette méthode
qui a d’ailleurs éliminé complètement le bruit de fond de l’image d’origine. La quantité considérable de
travaux sur le problème de débruitage peut évidemment être mise à profit pour améliorer cette étape.
Nous avons donné ici une méthode pragmatique qui répond à l’objectif de l’étape de débruitage tout en
étant conscient que cette proposition est largement perfectible.

Les résultats du débruitage sont interprétés par deux étapes aux objectifs différents :

– l’étape de classification a pour but de classer chaque défaut dans une catégorie prédéfinie. Il s’agit
d’une étape de caractérisation haut niveau de chaque défaut. Ici aussi, une quantité importante de
travaux est disponible. Nous avons choisi de laisser cette étape ouverte. Un nombre très important
de techniques de classification a été défini dans la littérature. Pour notre problème, il faudra en
choisir une qui permette en particulier de gérer facilement l’apparition de nouvelles classes. Ceci
arrive en pratique fréquemment, lors de l’apparition d’un nouveau défaut.

– l’étape d’introduction dans un nouveau contexte : cette étape utilise chaque défaut débruité afin de
l’introduire dans un nouveau contexte. Sur la fig 2.1, un nouveau contexte a été défini (il s’agit d’un
bruit différent de celui de l’image d’origine) et les trois défauts ont été introduits dans ce nouveau
contexte par une opération simple (section 2.7). Cette opération permet de pouvoir facilement
changer de contexte sans avoir à refaire intégralement une détection des défauts. Les contextes
possibles ici peuvent être des bruits de natures différentes car correspondant à des doses d’acquisition
différentes, des images cliniques ou d’autres images techniques utilisées en interne (images de test
ou de calibration, avec mires, etc).

Enfin, la dernière étape de la chaîne d’analyse permet de quantifier la visibilité de chaque défaut dans
le contexte choisi. Une mesure de visibilité est associée à chaque défaut, traduisant l’impact visuel qu’il
a sur la qualité de l’image, sachant qu’une image de qualité optimale ne contient que du bruit de fond.
Cette étape a également fait l’objet d’une étude plus poussée qui sera développée dans le chapitre 5. Une
première méthode simple pour définir cette mesure est donnée en section 2.8. Cette mesure, illustrée sur
les exemples de la chaîne d’analyse, répond en première approximation au besoin. En effet, on constate
que les trois exemples de défauts sont bien quantifiés par la mesure puisque le classement des défauts par
ordre de visibilité croissante donne bien le résultat attendu par l’observation visuelle de ces défauts.

Les méthodes présentées dans la suite ont été testées sur images réelles de taille 3000 × 3000 pixels.
Les tests des méthodes de pré-traitement et de détection ont été conduits sur 6 images de ce type. Par
la suite, une seule image a été retenue, et les tests ont alors été menés sur les 1800 défauts identifiés par
la méthode de détection sur cette image.
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Figure 2.1 – Illustration de la chaîne d’analyse de qualité sur un défaut réel. Le but principal de l’analyse de
qualité des images est de fournir une capture des défauts et une mesure de leur visibilité. Chaque étape (hormis
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2.2 Pré-traitement des images

2.2.1 Objectifs et enjeux

Comme exposé dans le chapitre précédent, chaque détecteur numérique produit des images avec
des structures caractéristiques, qui sont apparentées à des structures parasites même si elles sont bien
maîtrisées et corrigées par la chaîne de correction. En effet, on s’attend idéalement à obtenir une image,
sous exposition de rayons X, de niveau totalement constant et proportionnel à la dose reçue par le
détecteur. La présence de bruit 1 provoqué par des évènements aléatoires au sein de la source ou de
l’électronique de lecture est inévitable. Néanmoins, on s’attend à ce que ce bruit ne présente aucune
corrélation spatiale forte due à la présence de structures dans l’image. Hors, nous avons vu (fig 1.7)
que ce n’est pas le cas. En effet, des structures récurrentes apparaissent. Elles peuvent généralement se
décomposer en trois contributions :

– une structure basse fréquence causée par les effets de dôme et de Heel, et éventuellement par la
physique du détecteur,

– des effets corrélés en colonne provoqués par la dispersion des composants de l’électronique de lecture
et le bruit électronique en général, dans les composants de lecture de chaque colonne,

– des effets corrélés en ligne provoqués par le bruit de lecture des composants d’adressage des pixels
en ligne.

D’une manière générale, on peut modéliser l’image brute o(i, j) de dimension N × N de la manière
suivante :

∀ (i, j) ∈ N ×N o(i, j) = e(i, j) · (l(i) · c(j) · p(i, j)) (2.1)

ù e(i, j) est la composante basse fréquence (dépendance spatiale en ligne et en colonne), l(i) est la
composante corrélée en ligne (ne dépend que de l’indice ligne i dans l’image) et c(j) est la composante
corrélée en colonne (ne dépend que de l’indice colonne j dans l’image). Dans notre étude, nous nous
focalisons sur l’analyse d’images après correction d’offset. Le choix d’un modèle multiplicatif s’impose car
les structures observées sont alors dépendantes de la dose reçue, par construction physique du détecteur.
Les structures et défauts n’évoluant pas avec la dose ont été supprimés par la correction d’offset et ne
feront pas partie de l’analyse qualité 2.

Le but de l’étape de pré-traitement est d’estimer au mieux e(i, j), l(i) et c(j) et de retrouver ainsi
l’image p(i, j) débarrassée des structures récurrentes. Estimer au mieux signifie que ce processus d’esti-
mation et de compensation des structures ne crée aucun artefact dans l’image pré-traitée p(i, j). L’image
pré-traitée ne contient alors plus que les artefacts n’entrant pas dans le cadre des trois composantes, ainsi
qu’un bruit de fond. Les composantes sont modélisées comme des grandeurs déterministes (non-bruitées).

On prend les hypothèses suivantes :
– les composantes e(i, j), l(i), c(j) et p(i, j) sont des réalisations de trois variables aléatoires indépen-
dantes E, L, C et P

– on suppose les variables aléatoires L, C et P stationnaires au premier ordre, de moyenne respective
µL, µC et µP

– on suppose que la variable aléatoire E est stationnaire sur une plage donnée. Ceci implique :

∃ (i0, i1, j0, j1) tels que ∀ (i, j) i0 ≤ i ≤ i1 , j0 ≤ j ≤ j1 :

E {e(i, j)} = µE (2.2)

où l’opérateur E {.} est l’espérance mathématique.

1. En pratique, ce bruit n’est pas blanc comme nous l’avons vu dans le chapitre précédent. Il est plutôt basse fréquence.
2. En pratique, si on veut étudier ces défauts d’offset, sur image sans rayonnement X, il faut adopter un modèle mul-

tiplicatif. De plus, la composante e(i, j) n’est plus présente dans le modèle car elle est uniquement due à la source de
rayonnement
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Figure 2.2 – Méthode de pré-traitement. Les structures basse-fréquence, colonne et ligne sont estimées successi-
vement par filtrage médian sur un support adapté. Après chaque estimation, la structure est enlevée de l’image
par division.

Les hypothèses prises ici vont permettre une estimation simple et séquentielle de chacune des compo-
santes. Le principe général est en effet d’estimer une composante sur un support où cette composante est
normalement constante, sachant que sur ce même support on a plusieurs réalisations des autres compo-
santes. Sur ce support, on estime alors à chaque fois la valeur de la composante, aux moyennes près des
autres composantes.

Les principales difficultés pour accomplir cette tâche de pré-traitement sont inhérentes au contenu de
l’image p(i, j). En effet, cette image contient en général, en plus du bruit de fond, des défauts et d’autres
structures non connues a priori qui peuvent gêner l’estimation des composantes et créer ainsi des artefacts
artificiellement. Si, sur certains supports d’estimation, ces défauts sont suffisamment présent, ils vont venir
biaiser l’estimation de la composante ce qui mènera à l’introduction d’un artefact de décomposition,
comme nous le verrons en section 2.2.3.

2.2.2 Méthode retenue

La méthode de base pour effectuer cette étape de pré-traitement consiste à estimer successivement
chaque composante à l’aide de méthode d’estimation robuste, en adaptant la fenêtre d’estimation à la géo-
métrie de la composante à estimer (figure 2.2). En effet, dans le cadre du modèle défini par l’équation 2.1,
on peut réaliser une estimation en trois étapes :

1. calculer ê(i, j), l’estimation de e(i, j) et l’enlever de l’image initiale en calculant l’image intermé-
diaire Ô1(i, j) = o(i,j)

ê(i,j) .

2. calculer ĉ(j), et l’enlever de l’image Ô1(i, j) en calculant l’image intermédiaire Ô2(i, j) = Ô1(i,j)
ĉ(j) .

3. calculer l̂(i), et l’enlever de l’image Ô2(i, j) en calculant l’image intermédiaire Ô3(i, j) = Ô2(i,j)
l̂(i)

On obtient alors l’estimation de l’image de fond : Ô3(i, j) = p̂(i, j)
Les estimations successives des composantes sont effectuées en calculant des calculs de médiane sur

des supports adaptés. Ceci permet d’estimer chacune des composantes indépendamment de l’action des
autres, et de manière robuste à la présence de défauts inattendus dans la composante de bruit p(i, j).
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2.2.2.1 Estimation de la composante basse fréquence

Nous avons pris l’hypothèse que la composante basse fréquence est stationnaire sur un support de
taille définie. L’expérience permet d’estimer la taille de ce support. Il s’agit d’une fenêtre carrée de taille
301× 301, sachant que l’image à traiter est de taille 3002× 3002. On appelle cette fenêtre FEi0,j0

centrée
en (i0, j0). L’estimation de e(i, j) sur cette fenêtre donne :

médiane(i,j)∈FE
i0,j0

(o(i, j)) ∝ e(i0, j0) (2.3)

En effet, les autres composantes, moyennées sur le support choisi, vont tendre vers leur moyenne respec-
tive. La composante basse fréquence étant, elle, approximativement constante sur ce support, on va donc
estimer sa valeur.

On peut alors estimer la composante basse fréquence sur toute l’image en réalisant l’estimation sur
une fenêtre Fi,j glissante :

ê(i, j) = médianeFE
i,j
{o(i, j)} ∝ e(i, j) (2.4)

Pour simplifier, on considère que l’estimation de e(i, j) est réalisée à un facteur multiplicatif près et cette
estimation est notée ê(i, j).

On a ainsi l’estimation de la composante basse fréquence, à un facteur multiplicatif près, en effectuant
des médianes sur une fenêtre glissante de l’image d’origine. L’utilisation de la médiane pour effectuer
les estimations permet d’être plus robuste aux défauts contenus dans les images analysée : leurs valeurs
aberrantes peuvent fortement biaiser le résultat du calcul par moyenne empirique, le calcul par médiane
permet d’être beaucoup moins sensible à cet effet. L’estimation de la composante basse fréquence revient
donc à passer un filtre médian glissant de taille 301 × 301 sur l’image d’origine. On détermine, à partir
de cette estimation, une image corrigée de l’effet basse fréquence par simple division de l’image d’origine
par l’estimation de la composante basse fréquence :

Ô1(i, j) = o(i, j)
ê(i, j) (2.5)

Sur l’illustration de la figure 2.2, on voit clairement qu’on a pu corriger l’image d’origine de l’effet de
la structure basse fréquence : l’image O1 ne possède plus l’effet de dôme (bords de l’image plus sombres)
présent sur l’image d’origine.

2.2.2.2 Estimation de la composante colonne

L’estimation de la composante colonne suit le même principe. La seule différence réside dans la fenêtre
d’estimation, qui est cette fois-ci une fenêtre de la hauteur totale de la colonne. Dans le cas de l’exemple
présenté sur la figure 2.2, on a ainsi estimé les valeurs de chaque colonne en calculant la médiane de
toute la colonne. L’image traitée est en fait constituée de quatre quarts différents, par construction du
détecteur, sur lesquels on estime les colonnes et les lignes. On a donc utilisé, pour estimer la valeur de la
colonne, un médian sur une fenêtre de 1024× 1 pixels. Par analogie avec les notations précédentes, nous
appelons FC cette fenêtre. On a alors :

ĉ(j) = médianeFC
j

{
Ô1(i, j)

}
(2.6)

Enfin, l’image intermédiaire corrigée de la structure colonne est calculée par :

Ô2(i, j) = Ô1(i, j)
ĉ(j) (2.7)

a composante colonne estimée ainsi que l’image corrigée de la composante colonne sont représentées sur
la figure 2.2. L’alternance de bandes verticales claires et sombres a bien été estimée dans la composante
colonne, et la structure n’est alors plus visible sur l’image débarrassée de cette composante.
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(a) Image d’origine O(i, j) (b) Image corrigée de BF
O1(i, j)

(c) Image corrigée de co-
lonnes O2(i, j)

(d) Image corrigée de lignes
O3(i, j)

Figure 2.3 – Illustration d’un artefact de décomposition : sur l’image en fin de décomposition (image 2.3(d)), une
ligne claire apparaît. Cette ligne n’est pas présente sur l’image d’origine (image 2.3(a)). Cette ligne a été introduite
lors de la dernière étape de décomposition (composante ligne), du fait de la présence de pixels défectueux sur la
longueur d’une ligne.

2.2.2.3 Estimation de la composante ligne

Enfin, l’estimation de la composante ligne s’effectue par calcul des valeurs médianes en ligne sur une
fenêtre ligne FLi (hauteur 1 pixel et plusieurs pixels de largeur, centrée sur la ligne d’indice i).

Dans notre exemple, de manière analogue à ce qui a été fait pour estimer les valeurs des colonnes,
nous calculons les valeurs des lignes par filtrage médian sur un support de taille 1× 1024. La composante
lignes estimée, et l’image débarrassée de cette composante sont alors :

l̂(i) = médianeFL
i

{
Ô2(i, j)

}
(2.8)

Ô3(i, j) = Ô2(i, j)
l̂(i)

(2.9)

On obtient finalement une image débarrassée de toute structure basse fréquence, colonne et ligne. Cette
image contient uniquement du bruit, et des défauts qui diffèrent des structures classiques apparaissant
sur toutes les images.

2.2.3 Limitations de la méthode de prétraitement

La méthode retenue présente certaines limitations, principalement causées par la stratégie d’estimation
adoptée. En effet, même si les estimations de l’effet de dôme, des valeurs des lignes et des colonnes, sont
réalisées avec le médian, en présence d’une forte densité de pixels défectueux, la robustesse de l’estimateur
est insuffisante. La conséquence directe est la mauvaise estimation de la composante, ce qui produit un
artefact de décomposition lorsqu’on retire cette composante à l’image traitée.

Cet effet est illustré par la figure 2.3. On voit clairement apparaître sur l’image 2.3(d) un artefact
de décomposition, sous la forme d’une trace verticale claire. Cette trace n’est pas présente sur l’image
d’origine. La cause de cet artefact est simple : plusieurs pixels défectueux sont présents et distribués
horizontalement. Les estimations des lignes sont ainsi perturbées par la présence de ces défauts. Dans
ce cas, le médian n’est pas suffisamment robuste, du fait de la grande densité de défauts. Ce problème
est visible dans certains cas, mais il reste néanmoins marginal car il s’observe sur des images fortement
dégradées par des défauts de très grande taille. La manifestation de ce problème reste en générale assez
faible, et limité spatialement. Enfin, on l’observe uniquement en présence de défauts importants dans
l’image, donc les artefacts générés par ce léger défaut de la méthode ne seront pas des fausses alarmes,
mais plutôt une légère modification artificielle de l’image aux alentours des défauts. En pratique, cette
limitation n’est pas réellement gênante et impacte principalement la visualisation des résultats.
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Un autre problème est la trop grande rigidité du modèle adopté. En particulier, nous avons modélisé
les composantes lignes et colonnes par des constantes. En pratique, on observe une variation de la valeur
moyenne le long d’une même ligne ou d’une même colonne. Ainsi, l’estimation faite de la valeur de cette
ligne ou colonne peut être perturbée par cette variation le long de la ligne, et entraîner l’apparition
d’artefacts dans l’image prétraitée. Dans ce cas, le filtrage médian fait un compromis dépendant de la
représentation, sur le support d’estimation, de chaque zone. Pour pouvoir affiner l’estimation, il faudrait
chercher sur un voisinage plus étendu (en particulier, regarder dans les directions perpendiculaires à
l’estimation) la valeur pertinente à choisir. Cependant, ce problème ne constitue pas une grande gêne
puisque les variations petite échelle des composantes sont généralement très légères.

2.2.4 Conclusions et remarques sur le prétraitement
L’étape de prétraitement permet de s’affranchir de structures connues des images issues du détecteur.

Ces structures nécessitent un traitement spécial pour savoir si elles sont acceptables ou non pour la qualité
de l’image. En général, la décision est prise en fonction de spécifications propres au produit. Dans tous
les cas, ces structures n’apparaissent pas dans l’image finale puisqu’elles sont corrigées par la chaîne de
correction. Ces défauts particuliers doivent ainsi être traités à part. La méthode développée s’appuie sur
des calculs de médian en lieu et place de la moyenne, ce qui lui donne une plus grande robustesse (voir
notamment [10]) à la présence de défauts dans l’image p(i, j). La procédure de prétraitement exposée est
couramment utilisée sur les images Trixell. Même si elles conduisent parfois à l’introduction d’artefacts
supplémentaires, les limitations exposées ne sont pas bloquantes.

2.3 Détection des zones défectueuses

2.3.1 Objectifs et enjeux
Une fois l’image d’origine débarrassée des structures récurrentes, il faut détecter les zones présentant

des défauts inattendus. Ces défauts sont des pixels, ou des arrangements de pixels, qui, par leurs valeurs ou
leur configuration spatiale, sont distinguables du bruit de fond présent sur toute l’image. La méthode de
détection de zones défectueuses vise à identifier les zones contenant potentiellement des défauts. L’enjeu
de cette méthode est de détecter toutes les zones où un défaut est présent, car toute zone non détectée
ne sera plus analysée par la suite. En contrepartie, on peut accepter que quelques zones détectées par
le bloc de détection ne contiennent en fait pas de défaut, mais ce taux de fausse alarme doit être faible
car il va générer soit des calculs superflus, soit une observation superflue d’un observateur humain qui
voudra vérifier visuellement toutes les zones défectueuses.

Nous livrons ici une méthode de détection pragmatique, s’appuyant sur la connaissance des défauts
pouvant intervenir sur les images qui font l’objet de la thèse. Nous verrons dans les deux prochains
chapitres des méthodes plus sensibles de détection, qui permettent de traiter le problème de manière plus
générale, et qui s’attachent à la détection de défauts en général non détectés par la méthode que nous
présentons dans ce chapitre.

2.3.2 Caractérisation des défauts à détecter et présentation des méthodes de
détection

Les défauts susceptibles d’intervenir sur les images à analyser peuvent être classés en trois catégories :
1. les pixels défectueux isolés : c’est une déviation, à l’échelle du pixel, de la valeur attendue sur

l’image a(x, y) (voir figure 2.4(a)). La valeur attendue sur l’image est proportionnelle à la dose
d’exposition. Idéalement, sur une image plate, on devrait obtenir une valeur constante. En l’absence
de défaut, dans le cas réel, on obtient un niveau moyen a(x, y)(celui correspondant à la dose
choisie) qui a été bruité par des phénomènes physiques (source, effet de scintillement différent,etc)
ou électroniques (bruit électronique de lecture, gains électroniques différents, etc). Un pixel isolé
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(a) Défauts à détecter : tache sombre
et pixels isolés

(b) Défauts à détecter : ligne et grou-
pement de pixels défectueux

Figure 2.4 – Exemples de défauts à détecter. A gauche : un groupement de pixels qui perturbe le niveau de
fond (tache sombre), et des pixels isolés. A droite, une ligne défectueuse et un groupement de pixels défectueux
pouvant être caractérisés en variance spatiale.

est une déviation ponctuelle de la valeur attendue. On peut modéliser cette déviation sous la forme
d’un effet proportionnel à la dose appliquée. Cet effet correspondra simplement à une valeur de
a(x, y) différente de celle attendue.

2. groupement de pixels en valeur moyenne : ce sont des déviations grande échelle de la valeur moyenne
attendue localement. Un défaut vient perturber le niveau moyen attendu (il s’agit d’une perte de
sensibilité locale). Ces défauts se caractérisent par des taches claires ou sombres, comme celle de
la figure 2.4(a)

3. groupement de pixels en variance : ce sont des déviations de la variance locale (voir figure 2.4(b)).
Des défauts en général d’origine physique viennent se rajouter au bruit de fond naturel des images
pour créer une zone de variance beaucoup plus forte. Ces défauts sont caractérisés par la présence,
sur une échelle variable, de pixels de valeurs atypiques. Ces défauts peuvent s’accompagner d’une
variation de la valeur moyenne locale, mais l’effet principal qui les rend visibles est une variation
forte de la variance locale. Ces types de défauts sont en fait plusieurs pixels isolés défectueux qui
sont regroupés dans une zone particulière, formant une zone étendue de pixels défectueux.

Nous proposons ici une stratégie en deux étapes, permettant d’abord de détecter les pixels isolés, puis
les groupements de pixels, et de fusionner ensuite ces deux détections pour produire une seule cartographie
des défauts. Cette cartographie est composée à la fois de pixels (pour la détection des pixels isolés), et
de zones (pour la détection de groupements de pixels). Cette méthode est illustrée par la figure 2.5.
Pour détecter les deux catégories de défauts, on s’appuie, en plus de la valeur des pixels utilisée pour la
détection des pixels isolés, sur des estimations de différences de contraste (valeur moyenne différente entre
certaines zones et le bruit de fond) et de variance. Ces attributs, comme détaillé dans les paragraphes
suivants, sont assez classiquement utilisés pour la détection de défauts sur images issues de techniques
de radiologie. Ils sont souvent combinés (logique floue dans [54]) afin de tendre vers les performances en
détection du système visuel.

2.3.2.1 Détection des pixels isolés

L’objectif est de détecter les pixels isolés paraissant défectueux. Pour cette tâche, on s’appuie sur la
valeur de chaque pixel, qu’on compare à une statistique locale. La méthode de détection de pixels s’ap-
puie uniquement sur la valeur de chaque pixel composant l’image à analyser. Cette image est découpée
en boîte d’analyse de taille 15× 15 pixels. Cette taille est une échelle d’observation suffisamment grande
pour que le pixel défectueux soit visible et pour que l’estimation des statistiques sur cette zone de l’image
soit fiable. La valeur de chaque pixel va être comparée à un seuil calculé à partir de la moyenne et de
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Découpage
boites 

semi-recouvrantes
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Image à analyser

Détection
valeur pixel
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Détection pixel isolé
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Figure 2.5 – Méthode de détection. Deux détections sont réalisées : une pour la détection des pixels et l’autre
pour la détection de zones. Les deux cartes de défauts obtenues seront fusionnées pour obtenir la carte de détection
finale (ici on a illustré chacune des détections sur deux zones différentes de l’image).

la variance de la boîte à laquelle il appartient. Ceci est une méthode de détection classique s’appuyant
uniquement sur un critère statistique, le choix des seuils étant fixé soit afin d’obtenir un taux de fausse
alarme donné, soit par une approche empirique. Dans notre cas, nous avons choisi une méthode empi-
rique pour fixer les seuils, en nous appuyant sur l’observation visuelle. On considère l’image à analyser
{p(i, j), (i, j) ∈ J1;NLK× J1;NCK} et Vi,j un voisinage du pixel p(i, j). La détection des pixels isolés se
déroule en 2 étapes :

1. Calcul des statistiques (moyenne µVi,j et variance σ2
Vi,j

) sur le voisinage de chaque pixel. On
cherche à estimer les valeurs de la moyenne et de la variance du bruit de fond dans un voisinage du
pixel à analyser. En pratique, afin de ne pas être perturbé par les pixels défectueux éventuellement
présents dans le voisinage, on estime moyenne et variance par une méthode robuste [38] 3 :

µVi,j = médiane (Vi,j) (2.10)

σVi,j = 3
2 ·médiane

(∣∣Vi,j − µVi,j ∣∣) (2.11)

2. Décision sur chaque pixel : en fonction de la valeur de chaque pixel, on va décider si celui-ci est
atypique ou non. Si le pixel est atypique, il aura la valeur DMpix(i, j) = 1 dans la carte des
défauts pixels, sinon il aura la valeur 0.

DMpixi,j =
{

1 si
∣∣p(i, j)− µVi,j ∣∣ ≥ tpσVi,j

0 sinon
(2.12)

On remarque la présence du seuil tp qui permet de régler la sensibilité de la détection.

3. Le premier estimateur, la médiane, permet une estimation robuste et non biaisée de la tendance moyenne. Le second
estimateur est la déviation absolue médiane (MAD), qui est un estimateur de la dispersion statistique. Pour qu’il soit un
estimateur non-biaisé de l’écart-type dans le cas gaussien, il faut ajouter le facteur multiplicatif K = 3

2



2.3. Détection des zones défectueuses 33

2.3.2.2 Détection de groupements de pixels

On souhaite ici détecter des groupements de pixels possédant des propriétés statistiques anormales :
valeur moyenne locale ou variance locale anormale. Pour cela, on effectue la même opération de détection,
mais en s’appuyant non pas sur la valeur de chaque pixel, mais sur la valeur des statistiques calculées sur
des fenêtres d’analyse Fi,j de taille NF ×NF . La stratégie se déroule toujours en deux étapes :

1. calcul des moyennes mFi,j et des variances sFi,j locales sur chacune des fenêtres d’analyse Fi,j
centrées sur (i, j). Ici, on utilise les estimateurs de moyenne et de variance empiriques, et non
les estimateurs robustes, car on ne cherche pas à estimer une statistique du fond en présence des
perturbations, mais plutôt une caractéristique de la fenêtre analysée :

mFi,j = 1
N2
F

·
∑

(m,n)∈Fi,j p(m,n) (2.13)

sFi,j = 1
N2
F
−1 ·

∑
(m,n)∈Fi,j

(
p(m,n)−mFi,j

)2 (2.14)

2. décision sur chaque fenêtre Fi,j : chaque pixel appartenant à la fenêtre Fi,j sera marqué comme
détecté dans la carte des détections DMbox(i, j) si la fenêtre possède des valeurs de moyenne
et de variance atypiques par rapport à celles du bruit de fond. Nous calculons donc d’abord les
statistiques, de manière robuste, des valeurs de moyenne et de variance des fenêtres. Ces statistiques
sont calculées localement, pour tenir compte de la non-stationnarité du bruit de fond. En effet,
l’effet de dôme entraîne un bruit différent sur les bords de l’image. Il a été compensé en valeur
moyenne par le prétraitement, mais en variance en observe encore une différence notable du bruit.
Pour calculer les statistiques localement, on construit une image de moyennes et une image de
variances respectivement à partir des valeurs de mFi,j et sFi,j . Cette image est de dimension
sept fois plus petite que l’image d’origine, du fait de l’utilisation de boîtes semi-recouvrantes. On
note M(i, j) = mFi,j et S(i, j) = sFi,j ces deux images, respectivement. On passe ensuite un
filtre médian glissant de taille 43 × 43 sur ces images. La taille est réglée sur celle du premier
filtrage de l’étape de prétraitement, destiné à compenser l’effet de dôme. Les images M et S étant
sous-échantillonnées d’un facteur 7 par rapport à l’image d’origine, le filtrage médian 43× 43 est
équivalent à un filtrage 301× 301 sur l’image d’origine. Ce traitement permet de compenser deux
effets néfastes pour l’étape de détection :
(a) l’effet de non-stationnarité du bruit : la statistique du bruit de fond a une évolution sur une

échelle du même ordre de grandeur que l’effet de dôme, puisqu’il en est la cause. D’autres
phénomènes peuvent intervenir, rendant les statistiques du bruit dépendantes de la région
où elles sont calculées.

(b) artefacts de décomposition : nous avons vu que certains artefacts créés par l’étape de pré-
traitement peuvent être introduits. En prenant une taille de filtre identique pour calculer les
références locales des statistiques du bruit, on pourra ainsi éviter la détection de ces artefacts
lors de l’étape de détection.

On note :
– µFm(i, j) et σFm(i, j) les images de la moyenne et l’écart type des valeurs de mFi,j prises sur

l’image traitée. Pour simplifier, on notera mF l’image formée à partir des valeurs de mFi,j .
– µFs (i, j) et σFs (i, j) les images de la moyenne et l’écart type des valeurs de sFi,j prises sur l’image

traitée. Pour simplifier on notera sF l’image formée à partir des valeurs de sFi,j .
On a :

µFm(i, j) = médiane(m,n)∈Vi,j (mF (m,n)) (2.15)

σFm(i, j) = 3
2 ·médiane(m,n)∈Vi,j

(∣∣mF (m,n)− µFm(m,n)
∣∣) (2.16)

µFs (i, j) = médiane(m,n)∈Vi,j (sF (m,n)) (2.17)

σFs (i, j) = 3
2 ·médiane(m,n)∈Vi,j

(∣∣sF (m,n)− µFs (m,n)
∣∣) (2.18)
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où Vi,j est un voisinage de 43× 43 pixels centré sur (i, j).
On construit alors la carte des zones défectueuses de la manière suivante :

Soit (i0, j0) ∈ Fi,j ,

DMbox(i0, j0) =
{

1 si
∣∣M(i, j)− µFm(i, j)

∣∣ ≥ tmσFm(i, j) ou
∣∣S(i, j)− µFs (i, j)

∣∣ ≥ tsσFs (i, j)
0 sinon

(2.19)

2.3.3 Choix des seuils de détection

Plusieurs méthodes sont envisageables pour fixer les seuils de détection des trois algorithmes présentés.
La première, la plus naturelle, consiste à se fixer un taux de fausse alarme cible, et à paramétrer les trois
méthodes afin qu’elle respecte ce taux de fausse alarme. La performance finale de l’algorithme sera alors
qualifiée en termes de fausses alarmes, sans tenir compte de la sensibilité en termes de détection de chaque
algorithme. Nous avons normalisé les méthodes de manière à ce que la statistique finale, à seuiller, suive
dans les trois cas la même statistique (voir annexe A). Ainsi, pour un taux de fausse alarme donné, les
trois seuils correspondants seront identiques. Par exemple, pour un taux de fausse alarme de l’ordre de
10−9, il faudra prendre des seuils d’environ 6. Néanmoins, cette méthode souffre des défauts suivants :

– sensibilité différente de l’œil : chaque algorithme est spécialisé dans la détection d’un type de défaut.
Il s’avère que la sensibilité de l’œil est différente selon le type de défaut. En particulier, l’œil détecte
plus facilement une tache claire ou sombre, qu’un pixel un peu plus clair ou plus sombre que le bruit
de fond. Ainsi, pour pouvoir se rapprocher des performances de l’œil pour la détection, l’algorithme
de détection de groupements de pixels doit être réglé avec un seuil de détection plus faible, de
manière à être plus sensible

– taux de fausse alarme purement théorique : l’hypothèse d’indépendance prise pour déterminer les
seuils théoriques correspondant à des taux de fausse alarme fixés est généralement fausse. En effet,
du fait de la chaîne de correction (voir section 1.4) et de l’aspect basse fréquence du bruit (fi-
gure 1.7), on ne peut pas dire que le bruit de fond de l’image soit réellement blanc : des structures
spatialement corrélées apparaissent du fait du processus de correction des images, ainsi qu’un aspect
basse fréquence du bruit, dû à la technologie même du détecteur.

La seconde méthode possible pour le réglage des seuils (voir annexe B) est de déterminer, pour chaque
méthode, à partir de quel seuil le défaut ciblé par la méthode de détection est visible. Ceci peut être
fait par une étude psychovisuelle mettant à contribution des observateurs humains. Ces études sont en
général lourdes à mener. L’expérience menée pour déterminer le réglage des seuils a abouti sur des valeurs
très surévaluées par rapport à celles que nous attendions sur le type d’image que nous avons traité. Ceci
est principalement dû aux modèles choisis pour générer les images synthétiques à évaluer (bruit blanc,
modèles simplistes de défauts). Il serait intéressant de pousser cette étude en s’appuyant sur l’évaluation
d’artefacts réels.

Nous avons donc choisi de régler les seuils à partir de l’observation d’exemples : sur image réelle, ont
été observées les valeurs des trois statistiques P , M et S, conjointement à l’image à analyser. A partir
de cette observation, nous avons déterminé les seuils adéquats, permettant de détecter la plupart des
défauts présents dans l’image. Les seuils suivants ont été adoptés : tp = 6, tm = 4 et ts = 5. L’arbitraire
de ces valeurs peut être évoqué, mais la tâche de détection fera l’objet d’une étude plus complète, avec
une procédure d’évaluation adéquate, dans les chapitres suivants.

Néanmoins, en complément de ces seuils fixés de manière ad hoc on peut imaginer une stratégie
expérimentale simple afin de qualifier rigoureusement les performances, et surtout les impacts en termes
industriels, de cette méthode de détection. Il s’agit de mesurer le taux de fausse alarme expérimentalement,
sur données réelles. Cette stratégie se décline en 2 étapes :

1. production de données : à partir d’images de spectre de puissance (NPS) d’image réelles (même
type d’image que celles représentées sur la figure 1.7), on peut générer plusieurs réalisations de
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Taille des boîtes d’analyse (en pixel) tp tm ts

15 6 4 5

Table 2.1 – Paramètres retenus pour la méthode de détection

bruit réel. C’est notamment la technique que nous utiliserons dans l’étape de création de contexte
(section 2.7).

2. test du taux de fausse alarme : sur ces réalisations de bruit, on peut alors appliquer l’algorithme
de détection et compter le nombre de détections, ce qui nous donnera directement le nombre de
fausses alarmes.

A l’aide de l’étude théorique menée dans l’annexe A, en prenant l’hypothèse d’un bruit blanc et
gaussien, le nombre de fausses alarmes attendu, pour une image 3000× 3000, est de :

– 0.017 pixels pour l’algorithme de détection des pixels isolés, soit environ 1 fausse alarme toutes les
100 images traitées

– 11 ROIs de dimension 15× 15 pour l’algorithme de détection de la valeur moyenne de groupements
de pixels

– 0.1 ROI de dimension 15×15 (soit 1 ROI toute les 10 images traitées) pour l’algorithme de détection
de la variance de groupements de pixels

Ce modèle théorique prenant des hypothèses qui ne se vérifient pas forcément sur les images analysées
(notamment l’hypothèse de bruit blanc), il est attendu que les taux de fausse alarme théoriques soient
différents des taux déterminés par le protocole expérimental décrit plus haut.

2.3.4 Limitations de la méthode de détection

La méthode de détection développée ici possède un certain nombre de limitations, notamment :
– sensibilité en détection insuffisante : l’aspect purement statistique ne permet pas à cette méthode
d’exploiter les corrélations spatiales locales, alors que l’œil y est particulièrement sensible. La seule
corrélation spatiale utilisée est celle correspondant à la fenêtre d’analyse carrée 15×15 pixels. Même
si la plupart des défauts sont détectés par la méthode proposée ici, celle-ci est insuffisante pour la
détection de certains défauts présents sur image réelle (voir figure 2.6). La méthode permet de
détecter les défauts vraiment inacceptables, et peut manquer certains défauts légers.

– Analyse bi-échelle : les deux échelles de défaut couvertes par la méthode de détection sont l’échelle
du pixel (détection des pixels isolés) et l’échelle 15 × 15 pixels. L’utilisation de ces deux échelles
est une amélioration significative par rapport à la méthode classique de détection pixel à pixel.
Néanmoins certains défauts, de taille différente des deux échelles prises en considération, peuvent
échapper à l’algorithme de détection.

2.3.5 Conclusions et remarques sur la détection

La méthode de détection définie dans cette section est une méthode naturelle qui permet de détecter
la plupart des défauts présents sur les images. Néanmoins, certains défauts échappent à cette méthode de
manière systématique, comme ceux présentant de grandes structures spatialement corrélées : ces défauts
peuvent avoir un niveau très faible tout en étant visibles en raison de leur corrélation spatiale. Dans ce
cas, les techniques s’appuyant uniquement sur des statistiques, même locales, sont inefficaces. L’objectif
du chapitre 4 sera de mettre au point des méthodes de détection capables de détecter ce genre de défauts.

Néanmoins, en première approximation, la méthode de détection développée ici peut être utilisée.
Nous l’avons implémentée au sein de la chaîne d’analyse de qualité, avec les paramètres de la table 2.1.
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(a) Image sur laquelle est appliqué l’algorithme de dé-
tection

(b) Résultat de la détection : en blanc, les pixels détectés

Figure 2.6 – La méthode de détection proposée ne permet pas de détecter les structures de rapport signal à bruit
faible, mais visibles à l’œil du fait de leur corrélation spatiale. Ici, deux structures corrélées (lignes diagonales à
gauche de l’image, et tache claire à droite de l’image) ne sont pas correctement détectées.

2.4 Extraction des zones défectueuses

2.4.1 Objectifs et enjeux
Une fois les zones défectueuses identifiées à l’aide de l’algorithme de détection, une étape d’extraction

de ces zones permet de générer des captures de l’image d’origine centrées sur le défaut. Cette capture
a pour but de minimiser l’espace de stockage nécessaire pour analyser des images de grande taille en
mémorisant uniquement la zone suffisante à l’identification visuelle du défaut. Des images de petite taille
permettront également de réduire le temps de calcul dans les étapes suivantes. Néanmoins, la taille de ces
captures doit être déterminée de manière à ce que suffisamment de bruit de fond soit également présent
dans la capture. Ceci pour les deux raisons suivantes :

– visuellement : l’œil a besoin de suffisamment de surface de contexte afin d’identifier la zone défec-
tueuse

– numériquement : pour les étapes suivantes, notamment la localisation, nous allons avoir besoin d’es-
timer des statistiques du contexte. Les pixels de contexte doivent donc être suffisamment représentés
afin d’estimer de manière fiable les statistiques.

2.4.2 Calcul adapté de la zone extraite
Afin de répondre à ces deux préoccupations, nous proposons de définir une règle de capture qui tient

compte de la forme des objets détectés. En effet, on remarque que :
– quand l’objet détecté est de forme carrée, une extraction de forme carrée est appropriée (pas de
préférence pour une direction), et une extraction de la taille double de l’objet détecté, dans les deux
directions, est en général suffisante pour visualiser l’objet.

– Quand l’objet est plus étendu dans une direction donnée, on a en général besoin de visualiser une
quantité plus importante de pixels de contexte dans la direction perpendiculaire à l’objet détecté de
manière à bien identifier le défaut. Par exemple, lorsqu’on veut visualiser une ligne défectueuse, on
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V=61 px minimum

H = 61 px minimum

v=260 px

h = 80 px

H = 202 px

V=382 px

ROI 
extraite

ROI 
détectée

ROI 
détectée

ROI 
extraite

Figure 2.7 – Méthode d’extraction. Deux cas sont présentés : à gauche, extraction d’une forme à dominante
verticale, et à droite extraction d’un pixel défectueux. La capture de la forme verticale va être étendue selon la
composante horizontale pour une bonne visualisation. Le pixel défectueux sera toujours capturé dans une zone
de 61× 61 pixels, ce qui est suffisant à sa visualisation.

a besoin de voir suffisamment de lignes situées de part et d’autres de la ligne défectueuse. Dans le
même temps, l’information des pixels situés sur des colonnes non impactées par la ligne défectueuse
n’est en général pas nécessaire

La stratégie de capture adoptée se sert des dimensions horizontale, notée h, et verticale, notée v, de
la zone détectée, et calcule les dimensions horizontale H et verticale V de la zone de capture, selon les
formules suivantes :

H = h

(
1 + 2

α+ 1

)
(2.20)

V = v

(
1 + 2

1
α + 1

)
(2.21)

avec α = h

v
(2.22)

De plus, dans tous les cas nous avons fixé une taille de capture minimale, correspondant à 61 pixels
minimum pour chacune des deux dimensions H et V . Une première étape vise à regrouper les zones
détectées en composantes connexes, chacune de ces composantes étant ainsi extraite selon la règle énoncée
ci-dessus.

La figure 2.7 donne un exemple d’extraction de deux défauts différents. Les zones capturées sont
toujours centrées sur la ROI de détection. Pour une bonne visualisation, le format de la zone capturée
est étendu selon la direction perpendiculaire à la direction principale de la ROI détectée. Sur la forme à
gauche de la figure, on a donc capturé en ne suivant pas le format donné par la ROI détectée, mais en
l’étendant selon la direction horizontale. En pratique, ceci permet une meilleure observation du défaut,
car il sera visuellement comparé à des zones du contexte qui lui seront parallèles. En revanche, nous
n’avons pas besoin, pour une bonne visualisation, de beaucoup de pixels situés dans l’axe du défaut. Pour
l’extraction du pixel isolé, la ROI sera ajustée à sa taille minimale, à savoir 61× 61 pixels.
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Figure 2.8 – Méthode d’extraction : courbes des rapports dimension extraite/dimension détectée. Selon la forme
de l’objet détecté, on extrait une zone de taille comprise entre une fois et trois fois la taille détectée. La surface
extraite varie en conséquence entre 3 fois et 4 fois la surface détectée.

Le graphe de la figure 2.8 donne les ratios entre longueur et largeur de la ROI extraite, et longueur
et largeur de la ROI détectée. On observe que ces deux quantités varient entre 1 et 3 selon la forme de
l’objet. La surface de l’objet capturée est elle entre 3 fois et 4 fois la surface de l’objet détecté, ce qui
représente une taille raisonnable pour le stockage des données.

2.4.3 Conclusions et remarques sur l’extraction

La méthode présentée ici pour effectuer la capture des défauts est une méthode ad hoc qui, en pra-
tique, donne des résultats satisfaisants puisque les défauts sont en général visibles sur toutes les captures
effectuées.

Une autre méthode serait de capturer une zone de taille fixe, centrée sur chaque pixel détecté. Ceci
revient à dilater les détections par un élément structurant de la taille choisie, et de capturer ensuite
chaque composante connexe par une ROI englobant cette composante.

L’avantage de la méthode présentée est de réduire la quantité de pixels enregistrés dans le cas de
défauts de type ligne ou colonne défectueuse, puisque la différence selon l’axe horizontal et vertical entre
la ROI de capture et la ROI détectée va dépendre de la forme de l’objet. Avec cette technique, on a
également le contrôle de la quantité de pixels capturés par rapport à la quantité de pixels détectés. Enfin,
l’aspect adaptatif à la taille de l’objet permet de réaliser des captures pertinentes du point de vue de
l’observation : si on a détecté un défaut de grande taille, et qu’on applique une méthode de capture par
dilatation par fenêtre fixe, la capture va être de taille quasiment identique à la détection. Dans ce type
de configuration, il devient très difficile de bien visualiser le défaut, car il ne pourra pas être observé à la
bonne échelle, il n’y a pas suffisamment de contexte pour permettre cette observation.
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2.5 Localisation des pixels défectueux

2.5.1 Objectifs et enjeux
Dans cette étape, on applique aux ROIs extraites un algorithme de localisation susceptible de fournir

une détection au pixel près des pixels défectueux. Cette étape a deux objectifs principaux :
– détection au pixel près : pour l’étape suivante de débruitage, on veut connaître la composition du
défaut détecté. On veut donc obtenir une cartographie de la zone extraite, en deux classes : les
pixels défectueux, et les pixels de fond.

– Suppression des fausses alarmes : certaines zones extraites ne présentent en définitive pas de défaut.
Cette étape vise donc également à éliminer de l’analyse les fausses alarmes. Cette deuxième détection
part de l’a priori défini par la première : on a une estimation de la zone de contexte, ce qui est utile
pour affiner la méthode de détection.

La principale difficulté de cette étape repose dans la sensibilité de la détection : tout pixel non détecté
à l’étape de localisation ne sera plus considéré comme pixel défectueux.

2.5.2 Méthode proposée
Pour traiter cette étape, nous proposons une méthode de détection basique, qui utilise l’a priori défini

lors de l’étape de détection.
La méthode de localisation proposée s’appuie en effet sur une caractérisation du contexte (le fond

bruité) par ses deux premiers moments statistiques, puis sur un seuillage de l’image à traiter à l’aide de
cette caractérisation. L’étape précédente a permis de définir des captures Vk(i, j) des défauts de l’image
d’origine. Les pixels de chaque capture sont répartis en deux classes : les pixels détectés par la méthode
de détection (classe D), et les pixels de fond (classe F ). On note V 0

k le sous-ensemble constitué par les
pixels de fond dans Vk, et V 1

k le sous ensemble constitué des pixels détectés. La procédure de localisation
va affecter à chaque image Vk une image de localisation Lk avec Lk(i, j) = 1 si (i, j) est un pixel identifié
comme défectueux, et Lk(i, j) = 0 si (i, j) est identifié comme un pixel de fond.

La méthode de localisation opère donc en deux étapes :
1. estimation de la statistique du fond : on calcule les deux quantités suivantes :

µFk = médiane
{
V 0
k (i, j)|(i, j) ∈ F

}
(2.23)

σFk = 3
2médiane

{∣∣V 0
k (i, j)− µFk

∣∣ |(i, j) ∈ F} (2.24)

2. seuillage de l’image avec un seuil tl : on détermine l’image de localisation Lk de la manière suivante :

Lk(i, j) =

1 si
∣∣∣Vk(i,j)−µFk

σF
k

∣∣∣ ≥ tl
0 sinon

(2.25)

Pour des applications pratiques, nous avons choisi un seuil tl = 4.5, ce qui permet, d’un point de vue
théorique, de n’avoir qu’une seule fausse alarme en moyenne par capture V (i, j). En effet, après passage
par la méthode de prétraitement, on ne peut retrouver des défauts plus grands que 301 × 301 pixels.
D’après la courbe de la figure 2.8, la taille maximale d’une capture est de 301 · 301 · 4 = 362404 pixels. Le
seuil théorique dans ce cas pour obtenir en moyenne une fausse alarme par image capturée est de l’ordre
de tl = 4.5 (voir figure A.1 en annexe). Nous avons donc choisi ce seuil pour appliquer la méthode de
localisation.

2.5.3 Limitation de la méthode de localisation
L’étape de localisation souffre de problèmes similaires à l’étape de détection, à savoir un manque

de sensibilité pour la détection de structures corrélées. En effet, la détection pixel à pixel, en utilisant
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Image d'origine
Vk(i,j)

Image après détection
DM(i,j)
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Figure 2.9 – Méthode de localisation : la valeur de moyenne et d’écart-type du bruit de fond est calculée à l’aide
de l’image d’origine et de la carte de détection fournie par l’algorithme de détection. L’image d’origine est ensuite
seuillée (voir équation 2.25) pour produire une image de localisation des pixels défectueux.

uniquement un critère statistique, échoue généralement lorsqu’on veut détecter des structures plutôt
visibles grâce à leur corrélation spatiale. La méthode de détection utilisée ici ne tient pas compte du
voisinage de chaque pixel testé, et donc de l’information de corrélation spatiale. Dans ces circonstances,
certains défauts sont mal détectés, comme illustré par la figure 2.10.

Le second problème découle plutôt de la procédure d’extraction choisie. En effet, notamment pour les
pixels isolés, la détection n’est pas réalisée à la même échelle que la visualisation : on utilise une ROI de
détection de taille 15 × 15 pixels, alors que la ROI de visualisation est beaucoup plus grande 61 × 61.
Ceci entraîne alors des résultats différents entre détection et localisation, particulièrement observables
sur les défauts de type pixel isolé (dernière ligne de la figure 2.10). On observe que certains pixels isolés,
détectés lors de l’étape de détection, ne le sont plus après l’étape de localisation. Il s’agit de pixels de
niveau faible (ressortant du bruit de fond de moins de 4.5σbruit), souvent à la limite du perceptible. Leur
non détection peut être considérée comme acceptable.

2.5.4 Conclusion et remarques sur la localisation

L’algorithme de localisation présenté ici réalise une détection simple s’appuyant sur la statistique
de chaque imagette présentée. Elle utilise une estimation de segmentation en deux zones (défaut et
fond) données par l’étape précédente de détection. Le seuil fixé pour réaliser cette étape permet sous
l’hypothèse de bruit blanc, de n’obtenir pas plus d’une fausse alarme par imagette. En pratique, le bruit
étant plutôt filtré basse fréquence, on obtient un nombre de fausses alarmes encore plus réduit. Le seuil
de la méthode de localisation pourrait donc être encore baissé, jusqu’à par exemple couvrir les problèmes
de non détection des pixels isolés.

2.6 Débruitage de la zone défectueuse

2.6.1 Objectifs et enjeux

L’étape de débruitage doit être considérée comme une étape visant à faire une estimation du défaut,
et en particulier de son niveau par rapport au bruit de fond. En effet, cette information est importante
pour la suite du processus, dont le but sera d’introduire les défauts détectés dans un bruit de fond choisi
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(a) Image 1 : défaut en fi-
lament

(b) Résultats de la détec-
tion sur Image 1

(c) Résultats de la locali-
sation sur Image 1

(d) Image 2 : défaut lon-
giligne

(e) Résultats de la détec-
tion sur Image 2

(f) Résultats de la locali-
sation sur Image 2

(g) Image 3 : défaut pixel
isolé

(h) Résultats de la détec-
tion sur Image 3

(i) Résultats de la locali-
sation sur Image 3

Figure 2.10 – La méthode de localisation proposée souffre principalement de deux défauts : le manque de
sensibilité en détection sur défauts corrélés (deux premières lignes) et l’échelle de calcul pas forcément bien
adaptée (dernière ligne : non détection d’un pixel isolé pourtant visible). A chaque fois on a représenté : l’image
issue de l’algorithme de capture, le résultat associé de l’algorithme de détection et le résultat de l’algorithme de
localisation appliqué sur la capture.
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(un contexte) afin de visualiser les impacts visuels des défauts dans plusieurs configurations. L’estimation
du niveau du défaut est également utile pour pouvoir le mesurer. L’objectif du débruitage de la zone
défectueuse est donc de s’affranchir au maximum du contexte dans lequel le défaut a été détecté, pour
pouvoir le replacer dans des contextes différents, et le mesurer. La méthode de débruitage s’appuie sur la
connaissance a priori définie par la méthode précédente de localisation, à savoir qu’on connaît avec une
bonne précision les pixels composant le défaut, et les pixels composant le bruit de fond.

Les principales difficultés de cette tâche sont de gérer les problèmes de défauts à localisation défaillante
(en particulier, localisation partielle des pixels les composant, voir figure 2.10(c)), et de fournir à la
méthode d’introduction dans le contexte une estimation pertinente du défaut, en éliminant l’effet du
bruit de fond. Si cette difficulté n’est pas gérée, l’introduction dans un nouveau contexte pourra être
faussée, et le défaut aura une visibilité mal estimée.

2.6.2 Quelques méthodes existantes
Les techniques de débruitage ont fait l’objet d’un nombre important de travaux. Pour traiter l’étape

de débruitage dans notre cadre, nous avons testé deux techniques qui font partie des techniques les
plus employées dans le domaine. La première est la technique simple de filtrage de Wiener [34, 76].
On considère l’image d’origine i(x, y) à débruiter et sa transformée de Fourier qui sera notée I(u, v).
Cette image contient une image du défaut d(x, y), de transformée de Fourier D(u, v), dont on veut une
estimation. Elle contient également un bruit b(x, y), de transformée de Fourier B(u, v) qu’on veut éliminer
afin d’avoir une bonne estimation du défaut. On peut écrire l’image I(x, y) sous la forme suivante :

i(x, y) = d(x, y) + b(x, y) (2.26)

Une adaptation du filtre de Wiener au problème de débruitage mène à un filtrage par un filtre f(x, y),
dont la réponse fréquentielle F (u, v) est donnée par :

F (u, v) = |I(u, v)|2

|I(u, v)|2 + |B(u, v)|2
(2.27)

On obtient alors l’estimation du défaut d̂(x, y) par la formule de filtrage suivante :

D̂(u, v) = F (u, v)I(u, v) (2.28)

Pour appliquer le filtre de Wiener dans notre cas, nous avons estimé la densité spectrale du bruit
|B(u, v)|2 en découpant l’image à filtrer en blocs de taille 32× 32 pixels, l’image d’origine i(x, y) étant de
taille 300× 300 pixels. Cette densité est déterminée en moyennant fréquence à fréquence les transformées
de Fourier de ces blocs. Les résultats de ce filtrage sont présentés dans la figure 2.11 On observe, sur
les cas réels, que cette méthode conserve globalement le contenu fréquentiel des défauts, mais réalise un
débruitage très faible.

Une alternative au filtrage de Wiener a été proposée par Lee[55, 57] dans les années 80. Son principal
avantage est sa simplicité d’implémentation et sa rapidité, ce qui permet de l’adapter à des images de
grande taille. Elle repose sur un calcul de statistique locale afin d’adapter le filtrage au contenu haute
fréquence de l’image. Chaque pixel de l’image d’origine va être remplacé par la somme de deux termes :
le premier est une estimation de la moyenne locale autour du pixel considéré, et l’autre est un terme de
contraste auquel on applique un coefficient multiplicatif. On calcule donc d̂(x, y) tel que :

d̂(x, y) = µ+ (x− µ) σ2

σ2 + σ2
b

(2.29)

où µ et σ2 sont respectivement une moyenne locale et une variance locale calculées sur un voisinage de
chaque pixel, et σ2

b est une estimation de la variance du bruit de fond, déterminée sur toute l’image. Le
taille du voisinage pour calculer les statistiques locales est un paramètre de la méthode. Le coefficient
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(a) Image à filtrer i(x, y) (b) Image filtrée par Wiener iW (x, y) (c) Image filtrée par Wiener Adaptatif
iAW (x, y), voisinage 7× 7 pixels

(d) i(x,y)
i(x,y) (e) i(x,y)

iW (x,y) (f) i(x,y)
iAW (x,y)

Figure 2.11 – Comparaison des méthodes de débruitage type Wiener et Wiener adaptatif sur défaut réel. Le
filtrage de Wiener est inefficace : une partie de la tache noire a été filtrée en même temps que le bruit. Le rapport
signal à bruit (RSB) pour ce défaut, à l’origine de 45dB (sur i(x, y), figure 2.11(a)) est à 43dB après filtrage
(figure 2.11(b)). Pour le même défaut, la méthode de Wiener adaptative donne un RSB de 55,5dB (figure 2.11(c)).
Néanmoins, sur le défaut de type pixel isolé (partie droite de l’image d’origine), la méthode n’est pas adaptée
puisqu’elle les filtre entièrement, en même temps que le bruit. La ligne du bas représente les ratios entre image
d’origine et image débruitée. On s’attend idéalement à obtenir une image proche de celle de la figure 2.11(d)
qui correspond à la division de l’image d’origine par un débruitage parfait. On constate que la méthode de
Wiener estime mal une partie de la tache noire (encore visible sur l’image de ratio 2.11(e)). La méthode de
Wiener adaptative, quant à elle, a bien estimé la tache noire, mais on constate que les pixels isolés ont été très
mal estimés (il se retrouvent entièrement dans l’image de ratio 2.11(f)). Cette observation permet facilement de
vérifier la qualité du débruitage des deux méthodes.
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multiplicatif k = σ2

σ2+σ2
b

permet de régler le poids donné au terme de contraste par rapport au terme de
moyenne (basse fréquence). Dans les zones où le contenu haute fréquence est prédominant par rapport
à celui du bruit (σ2 >> σ2

b ), k va être proche de 1 et donc le poids du terme de contraste va être fort.
A l’inverse, dans les zones de faible contraste (σ2 << σ2

b ), le terme prédominant sera le terme basse
fréquence.

Ce filtrage se montre très efficace sur les défauts basse fréquence (voir la tache sombre de la figure 2.11),
mais inadapté aux défauts de type pixels isolés : l’impact d’un pixel isolé défectueux sur la variance, même
en considérant un voisinage réduit, n’est en général pas suffisant pour augmenter significativement le terme
k, conduisant à une élimination de ce type de défaut par le filtrage.

2.6.3 Méthode proposée
Les méthodes présentées ci-dessus sont des méthodes générales de débruitage, sans connaissance a

priori sur l’image à débruiter. Dans notre cas, le but de l’étape de débruitage est uniquement de proposer
une normalisation du défaut de manière à ce qu’il puisse être réintroduit dans un contexte différent (un
bruit de valeur moyenne et de variance différente de celui dans lequel a été estimé le défaut) pour y être
mesuré. Dans les cas réels, les défauts rencontrés sont principalement des perturbations sur le niveau
moyen attendu dans l’image : l’image analysée est sous la forme i(x, y) = d(x, y) · b(x, y) où d(x, y) est la
valeur attendue sur chaque pixel (dans le cas d’une image plate, d(x, y) est constante et proportionnelle à
la dose appliquée) et b(x, y) un bruit issu des différentes perturbations auxquelles est soumis le détecteur.
Les défauts viennent perturber la valeur de d(x, y). Le modèle multiplicatif adopté implique que le bruit
de fond est multiplié à l’image attendue. Ceci correspond au type d’images traitées : ce sont des images
sous éclairement X, corrigées des défauts électroniques (correction d’offset, voir section 1.4). Les défauts
électroniques sont des défauts additifs, d’où la correction par soustraction d’une image d’offset, et les
autres défauts, visibles sous éclairement X, sont généralement multiplicatifs.

L’objectif de la méthode de débruitage est donc de retrouver d(x, y) à partir de i(x, y) de manière à
pouvoir introduire le défaut dans des nouveaux contextes. La méthode proposée opère en deux étapes :

1. extraction de la composante basse fréquence 4 du défaut : en utilisant un filtre passe bas, on filtre
le bruit de fond sur la surface de défaut définie par l’étape de localisation. On obtient l’image
dBF (x, y). Dans notre application, le filtre choisi est une moyenne glissante 5 × 5 pixels, opérant
uniquement sur les pixels définis par la localisation et stockés dans L(x, y).

2. Estimation de la composante haute fréquence : après avoir corrigé l’image à traiter par la basse
fréquence préalablement estimée, une détection semblable à celle utilisée pour la localisation est
effectuée. Les valeurs des pixels détectés, stockés dans dHF (x, y) sont une estimation de la partie
haute fréquence de d(x, y).

La figure 2.12 illustre la méthode utilisée pour effectuer le débruitage. Cette méthode comporte trois
traitements principaux : la transformation de la carte de détection originale DM(x, y) en DMdil(x, y)
(voir section suivante), l’estimation de la composante basse fréquence, et l’estimation de la composante
haute fréquence.

2.6.3.1 Transformation de DM(x, y)

L’étape précédente de localisation fournit une carte des pixels défectueux DM(x, y). Cette carte
est déterminée pixel à pixel. Pour pouvoir estimer la basse fréquence sur des groupements de pixels
défectueux, il est nécessaire de dilater cette carte de pixels de manière à prendre en compte les pixels
appartenant à ce groupement, et non détectés comme défectueux. Pour cela, nous avons choisi d’effectuer
une fermeture morphologique [34] (dilatation puis érosion) sur l’image DM(x, y) afin de créer une carte
des défauts élargie DMdil(x, y). Le choix de la fermeture, plutôt qu’une simple dilatation permet de

4. Dans toute la suite, on parlera de composante basse fréquence et haute fréquence, par abus de langage. En effet ces
termes sont d’habitude réservés au méthodes de filtrages linéaires, et donc incompatibles avec le modèle multiplicatif choisi
ici
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DM(x,y)

Fermeture
morphologique

Estimation
BF

Estimation HF x

i(x,y) dBF(x,y)

dHF(x,y)

d(x,y)

DM_dil(x,y)

tb

Figure 2.12 – Méthode de débruitage : l’estimation du défaut est effectuée par calcul d’une composante basse-
fréquence puis de la composante haute fréquence associée. L’estimation basse fréquence est une moyenne glissante
effectuée sur l’image d’origine sur les points définis par le masque de détection. L’estimation de la haute fréquence
s’appuie sur une méthode de détection similaire à celle utilisée à l’étape de localisation. L’estimation finale est le
produit des deux composantes basse fréquence et haute fréquence.

conserver les pixels isolés sans les étendre. Il est important que la méthode ne transforme pas ces pixels
en des zones plus étendues, car le défaut serait alors mal estimé par la suite. La fermeture a été effectuée

avec un élément structurant 3× 3 pixels e =


1 1 1

1 1 1

1 1 1

 = 13
5

2.6.3.2 Estimation de la composante basse fréquence du défaut

L’estimation de la basse fréquence utilise les images i(x, y) et DMdil(x, y). Le principe est d’effectuer
une moyenne glissante des pixels de i(x, y) en utilisant uniquement les pixels à 1 de DMdil(x, y). La
moyenne glissante est dans notre cas effectuée sur un voisinage 5 × 5 pixels (e = 15). Pour calculer
l’estimation basse fréquence dBF (x, y) de d(x, y), on réalise donc les opérations suivantes :

1. masquage de l’image d’origine par la carte des défauts dilatée, afin de ne conserver que les zones
défectueuses :

i1(x, y) = i(x, y) ·DMdil(x, y) (2.30)

2. lissage de l’image pour déterminer la composante basse fréquence. A l’aide du noyau e on calcule
en chaque point la somme locale des pixels voisins :

i2(x, y) = (i1 ⊗ e) (x, y) (2.31)

3. afin de normaliser la somme déterminée précédemment, il faut calculer le nombre de pixels sommés.

5. Afin de préserver les pixels détectés au bords de l’image DM(x, y), il est préférable de l’inclure dans une image plus
grande (n lignes en plus en haut et en bas de l’image, et n colonnes en plus à droite et à gauche, lorsqu’on utilise un élément
structurant de taille n× n), les bords étant remplis avec des 0.



46 Chapitre 2. Chaîne d’analyse automatique de la qualité image

Pour celà on utilise DMdil en lui appliquant la même opération de filtrage :

nb(x, y) = (DMdil ⊗ e) (x, y) (2.32)

4. on réapplique le masquage à i3 de manièe à ne considérer que les pixels détectés :

i3(x, y) = i2(x, y) ·DMdil(x, y) (2.33)

5. enfin, on normalise cette dernière image par le nombre de points sommés afin d’avoir, en chaque
pixel, une valeur moyenne des pixels voisins :

dBF (x, y) = i3(x, y)
nb(x, y) (2.34)

On a noté A⊗B(x, y) la corrélation de A par B et A(x, y) ·B(x, y) est le produit pixel à pixel de A par
B.

Dans l’optique de réintroduire le défaut dans un autre contexte (voir étape suivante de la chaîne
d’analyse), il est judicieux de normaliser dBF (x, y) par la moyenne du bruit de fond de l’image traitée
m = médiane {i(x, y)|DM(x, y) = 0}. On obtient alors dnormBF = dBF

m .

2.6.3.3 Estimation de la composante haute fréquence du défaut

L’estimation de la composante basse fréquence est effectuée sur l’image d’origine corrigée des défauts
haute fréquence, notée iHF (x, y) :

iHF (x, y) =
{

i(x,y)
dBF (x,y) si dBF (x, y) 6= 0
i(x, y) sinon

(2.35)

Sur cette image des défauts haute fréquence, une détection est effectuée de manière à isoler les pixels
défectueux. Cette détection est identique à celle effectuée lors de l’étape de localisation, sauf qu’on
l’applique à iHF (x, y) et non pas à i(x, y). On calcule préalablement, à l’aide de l’image DM(x, y), la
statistique du bruit :

mHF = médiane {iHF (x, y)|DM(x, y) = 0} (2.36)

σHF = 3
2médiane {|iHF (x, y)−mHF | |DM(x, y) = 0} (2.37)

L’image dHF (x, y) est alors déterminée par :

dHF (x, y) =

iHF (x, y) si
∣∣∣ iHF−mHFσHF

∣∣∣ ≥ tb
1 sinon

(2.38)

Une fois les deux composantes estimées, on reconstitue l’estimation du défaut par un simple produit :

d̂(x, y) = dHF (x, y) · dBF (x, y) (2.39)

Les figures 2.13 et 2.14 illustrent la méthode de débruitage choisie sur défaut réel. On observe une
estimation nettement meilleure comparée aux méthodes présentées auparavant. En particulier, la méthode
choisie permet de capturer à la fois les défauts de type basse fréquence (la tache sombre dans l’image
choisie pour illustration) et les pixels défectueux isolés. L’estimation du défaut peut facilement être
normalisée par rapport au niveau du bruit de fond de l’image, facilitant ainsi l’introduction de ce défaut
dans un nouveau contexte.

A partir de ce constat, nous avons imaginé une méthode d’estimation du défaut qui permet d’estimer
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(a) Image à filtrer i(x, y) (b) Estimation BF dBF (x, y)

(c) Estimation HF dHF (x, y) (d) Estimation défaut d̂(x, y)

Figure 2.13 – Méthode de débruitage : illustration sur défaut réel. La tache sombre est estimée par la composante
basse fréquence, comme les pixels isolés. La composante haute fréquence permet l’estimation des groupements de
pixels défectueux.
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(a) Image à filtrer i(x, y) (b) Image de vérification i(x,y)
d̂(x,y)

Figure 2.14 – Vérification de la méthode de débruitage : on divise l’image d’origine par l’image d’estimation du
défaut. On observe uniquement du bruit de fond dans l’image résultante, témoignant d’une bonne estimation du
défaut. Une tache de structure légèrement différente apparaît à la place de la tache sombre de l’image d’origine :
à cet endroit, l’estimation basse fréquence a modifié la structure du bruit car une partie du bruit a été capturé
dans la composante basse fréquence du défaut.

les trois effets à l’aide d’une mesure adaptée. Cette méthode s’appuie sur la connaissance a priori sur la
composition du défaut, donnée par l’étape de localisation. La méthode utilise un filtrage passe bas afin
d’isoler les déviations locales de valeur moyenne, ainsi que les pixels défectueux. Un filtrage passe haut
vient ensuite extraire le contenu haute fréquence éventuellement présent du fait de la troisième catégorie
de défaut : les déviations locales de variance.

2.6.4 Conclusions sur le débruitage

Trois méthodes de débruitage simples, et adaptées à notre problématique, ont été présentées. La
dernière méthode, conçue de manière à être facilement intégrée à la chaîne d’analyse (utilise l’a priori
fourni par l’étape de localisation, et prépare l’estimation du défaut pour l’étape d’introduction dans un
nouveau contexte), donne des résultats satisfaisants sur nos images. De nombreuses méthodes de débrui-
tage alternatives existent, notamment dans le cas d’un bruit multiplicatif. Les méthodes de débruitage
par transformées en ondelettes [18, 61, 42] donnent de bons résultats sur images naturelles. Une autre
catégorie de techniques vise à améliorer les propriétés de débruitage des ondelettes en ajoutant un fil-
trage multi-directionnel (en lieu et place des filtres horizontaux et verticaux des ondelettes) : il s’agit des
algorithmes s’appuyant sur les contourlets[23, 60]. Cette catégorie de techniques est utilisée avec succès
pour le débruitage d’images naturelles corrompues par du bruit. Dans notre cas, quelques essais utilisant
les décompositions en ondelettes ont été menés (notamment pour la détection, voir le chapitre 4). Pour
le débruitage extrême que nous voulons réaliser (on veut totalement éliminer le bruit de fond), les dé-
compositions en ondelettes posent de nombreux problèmes, notamment des oscillations importantes : en
effet, pour pouvoir débruiter suffisamment, il ne faut conserver que très peu de coefficients d’ondelettes
non nuls, et la reconstruction du défaut présente donc de nombreuses oscillations : on observe le filtre
d’ondelettes utilisé. La méthode ad hoc définie nous semble être une bonne base, pouvant éventuellement
être améliorée, mais donnant d’ores et déjà des résultats satisfaisants sur toutes les images analysées.
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2.7 Introduction du défaut dans un contexte d’observation

2.7.1 Objectifs et enjeux
L’étape de débruitage fournit une estimation normalisée des défauts. Dans cette étape d’introduction

dans un nouveau contexte, on veut introduire chaque défaut détecté dans un bruit de fond ou dans une
image clinique déterminée. Le but est de pouvoir, à partir d’une estimation d’un défaut réalisée sur une
image technique, estimer l’impact visuel qu’aura ce défaut dans d’autres conditions, où dans d’autres
contextes. Cet impact est en effet très variable selon la dose, et aussi selon la localisation du défaut dans
l’image. Dans une image clinique notamment, cet impact diffère selon que le défaut est situé dans une
zone exposée aux rayons X, où dans une zone non exposée (comme les zones sur les bords du détecteurs,
se situant sous la collimation du tube à rayons X). Par une technique simple, on veut vouloir simuler ces
situations d’observation différentes.

Dans notre cas, nous traiterons uniquement l’introduction dans un nouveau bruit de fond. L’introduc-
tion dans une image clinique suit le même principe général, mais des précautions supplémentaires doivent
être prises car il faut appliquer les prétraitements (notamment : rehaussement de contours, «négatif»des
images) qui sont appliqués par l’utilisateur final des détecteurs dans le cadre d’une utilisation clinique.

L’étape précédente donne donc une estimation du défaut. Pour pouvoir l’introduire dans un nouveau
contexte, il faut :

1. calculer ce contexte à l’aide des informations disponibles,
2. introduire le défaut dans le contexte calculé.
Cette étape ne pose pas de difficulté majeure, car l’étape de débruitage fournit une estimation nor-

malisée du défaut, prête à être introduite dans un nouveau contexte.

2.7.2 Calcul du contexte
La première étape pour introduire un défaut dans un nouveau contexte est de calculer une image de

contexte de la taille de l’image d’estimation du défaut dont nous disposons. Dans notre cas, les contextes
sont des bruits de fond, considérés à des doses différentes, dont on dispose de l’image de densité spectrale
de puissance (NPS, voir images de la figure 1.7). On note NPS(u, v) l’image de NPS du bruit que l’on
veut synthétiser. On va dans un premier temps calculer la réponse impulsionnelle du bruit à synthétiser
(notée PSF (x, y), pour Point Spread Function), puis calculer le bruit dans le domaine réel 6 b(x, y) en
convoluant la PSF avec une réalisation d’un bruit blanc bblanc(x, y).

PSF (x, y) = TF−1
{√

NPS(u, v)
}

(2.40)

b(x, y) = (bblanc ∗ PSF ) (x, y) (2.41)

où ∗ est le produit de convolution 7.
En prenant le bruit blanc bblanc(x, y) centré réduit, on peut régler la moyenne et la variance du bruit

synthétisé respectivement à la valeur m et σ2 pour obtenir bm,σ par :

bm,σ(x, y) = σ

‖PSF‖22
b(x, y) +m (2.42)

En pratique, on limite la PSF à une taille de 7× 7 pixels, car les corrélations du bruit dans un rayon
supérieur à 3 pixels sont négligeables.

6. L’intérêt ici d’effectuer le filtrage dans le domaine réel est que cette méthode s’adapte facilement à la création de
contextes de taille quelconque. L’équivalent dans Fourier est de multiplier la transformée de Fourier de la réalisation de
bruit blanc par la racine de notre image de NPS. Ceci nécessite de redimensionner l’image de NPS dont nous disposons
(image 256× 256 pixels) à la taille du contexte que l’ont veut créer. Ce redimensionnement implique des interpolations et
peut entraîner l’introduction de nouvelles fréquences spatiales, qui n’étaient pas présentes dans l’image de NPS. Il est donc
préférable d’utiliser un filtrage dans le domaine réel pour éviter les artefacts de l’interpolation dans Fourier, le temps de
calcul étant rendu acceptable par le support limité de la PSF .

7. (A ∗B) (x, y) = 1
MN

∑M−1
m=0

∑N−1
n=0 A(m,n)B(x−m, y − n).
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Les images de NPS sont calculées lors de certaines phases de test des détecteurs, et sont donc
disponibles pour chaque produit. Les NPS sont calculés sur images corrigées, en découpant l’image
entière en blocs de 256×256 pixels et en moyennant les modules des transformées de Fourier de ces blocs.
Ceci permet de s’affranchir d’effets locaux, comme la présence d’éventuels défauts, dans la détermination
de l’image de NPS : de cette manière, seul le spectre du bruit est calculé.

La figure 2.15 est un exemple de simulation de deux bruits à deux doses différentes : une dose nulle,
et une dose de 1µGy. On constate que le bruit électronique (bruit à dose nulle) est négligeable à 1µGy.
A cette dose, le bruit est plutôt basse fréquence, alors qu’il est proche d’être blanc pour une dose nulle.
Dans ce dernier cas, on observe quand même des corrélations ligne et, dans une moindre mesure, colonne
du bruit, dues à l’électronique de lecture.

2.7.3 Introduction du défaut dans le contexte

Le contexte ayant été défini, on veut maintenant introduire chaque défaut dans ce contexte. Les défauts
débruités ont été centrés autour de la valeur 1, ces défauts étant multiplicatifs par rapport au bruit. Pour
les introduire dans un nouveau contexte de bruit, il suffit donc de multiplier ces défauts par l’image de
bruit. On appelle b(x, y) le contexte défini dans l’étape précédente, et d̂(x, y) l’image de défaut débruitée
définie lors de l’étape de débruitage. L’image du défaut dans son nouveau contexte, notée i(x, y) est alors
donnée par :

i(x, y) = d̂(x, y) · b(x, y) (2.43)

La figure 2.16, présente un exemple d’introduction dans un nouveau contexte. L’étape nécessite, au
niveau de la création du contexte, de définir la dose à partir de laquelle calculer le spectre du bruit (avec la
technique de la section précédente), et les statistiques de ce bruit : moyenne et variance. Chaque produit
ayant un couple dose/statistique du bruit différent, et variant en fonction des conditions d’utilisation du
détecteur, la définition de ces grandeurs est un paramètre de la méthode d’introduction dans un nouveau
contexte. D’une manière générale, du fait de l’effet multiplicatif des défauts, ceux-ci sont de plus en plus
visibles au fur et à mesure que la dose augmente. Sur la figure 2.16, on a introduit l’artefact dans deux
contextes de bruit différents. On constate évidemment que la visibilité du défaut dépend de l’énergie du
bruit dans lequel il a été introduit, mais également du spectre de bruit, d’où l’intérêt de calculer chaque
contexte à l’aide des densités spectrales de puissance du bruit.

2.8 Mesure de visibilité du défaut

2.8.1 Objectifs et enjeux

Les précédentes étapes ont permis de définir une estimation du niveau du défaut (étape de débruitage)
et une image de contexte dans lequel on observe le défaut. La dernière étape de la chaîne d’analyse est
d’affecter au couple (défaut, contexte d’observation) une valeur numérique représentative de la visibilité
du défaut. Une étude spécifique sur la définition de la mesure de visibilité sera menée dans le chapitre 5.
Nous donnons ici une première mesure, pouvant être considérée comme une bonne mesure de base.
L’objectif de cette mesure est de quantifier la visibilité de chaque défaut, en étant la plus proche possible
de l’évaluation qui serait faite par l’œil humain.

La bonne corrélation entre cette mesure objective et l’évaluation, subjective, par l’œil humain est
la principale difficulté de la définition d’une mesure de visibilité, notamment dans les cas d’évaluation
de défauts hétérogènes. En première approximation, nous donnons une mesure s’appuyant sur un calcul
d’énergie, qui est la base de la mesure actuellement utilisée. Cette mesure s’appuie néanmoins sur la
connaissance de l’estimation du défaut, ce qui est un plus par rapport aux techniques de base d’évaluation
«en aveugle»de la visibilité.
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(a) Densité Spectrale de Bruit sans X (b) Densité Spectrale de Bruit à 1µGy

(c) Simulation de bruit électronique (sans X) (d) Simulation de bruit à 1µGy

Figure 2.15 – Densités Spectrales de Bruit d’un détecteur numérique
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(a) Défaut d’origine (b) Défaut dans un contexte différent
(même spectre, écart type doublé)

(c) Défaut dans un contexte différent
(spectre différent, même écart type)

Figure 2.16 – Illustration d’un défaut introduit dans un nouveau contexte. Le défaut d’origine (à gauche) a été
introduit dans deux contextes différents. Le premier (image 2.16(b)) est un contexte présentant un bruit d’énergie
plus forte (spectre équivalent et un écart-type 2 fois plus fort que l’image d’origine). Le défaut est, dans ce nouveau
contexte, beaucoup moins visible. Le second (image 2.16(c) est un contexte présentant le même écart-type que le
bruit de l’image d’origine, mais avec un spectre différent (on a pris un bruit correspondant à un bruit électronique).
La visibilité du défaut augmente dans ce contexte.

2.8.2 Méthode proposée

On dispose de l’estimation du défaut d̂(x, y) et du contexte de bruit b(x, y). La mesure de visibilité
proposée consiste à :

1. normaliser d̂(x, y) en fonction du contexte défini,
2. calculer l’énergie du défaut normalisé d̂norm(x, y),
3. calculer l’énergie moyenne du bruit,
4. calculer la mesure de visibilité, qui est le ratio entre énergie du défaut, et énergie moyenne du

bruit.
On appelle m(d) la mesure de visibilité du défaut d(x, y). On a :

d̂norm(x, y) =


(
d̂(x, y)− 1

)
·moyenne {b(x, y)} si d̂(x, y) 6= 1

0 sinon
(2.44)

m(d) =
∑
x

∑
y d̂

2
norm(x, y)

Var {b(x, y)} (2.45)

Dans le cas où le contexte défini est un bruit de moyenne nulle, la mesure donnera un résultat très
proche de zéro, voir nul, quel que soit le défaut considéré (équation 2.44). La modélisation multiplicative
des défauts est dans ce cas inadaptée, il est donc souhaitable de décaler la moyenne du contexte de
manière à la ramener à une valeur non nulle, ceci n’ayant aucun impact pour l’évaluation de la visibilité
des défauts.

2.8.3 Résultats obtenus et commentaires

La mesure de visibilité décrite plus haut a été appliquée à plusieurs défauts issus de l’étape de ré-
introduction dans un nouveau contexte. La figure 2.17 illustre les résultats obtenus sur un ensemble de
défauts détectés sur une image acquise à une dose standard de 30µGy et réintroduit dans un contexte de
bruit électronique, donc à dose nulle. La mesure permet de faire ressortir principalement trois types de
défauts :
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Figure 2.17 – Illustration de la mesure de visibilité sur 1800 défauts issus de l’analyse d’une image réelle. Les
défauts de la partie supérieure (taches sombres, colonne défectueuse) sont nettement plus visibles que ceux de la
partie inférieure, ce qui se traduit sur la mesure par une plus grande visibilité. Au dessus de chaque capture de
défaut, on trouve la mesure de visibilité associée.

– lignes et colonnes défectueuses : ces défauts, en général très forts en niveau, sont les seuls ressortant
clairement lorsqu’on applique la mesure au jeu de défauts considérés,

– taches : ce sont des amas circulaires de pixels défectueux, formant une tache pouvant atteindre une
cinquantaine de pixels de diamètre,

– défauts de faible visibilité : ce sont soit des pixels défectueux soit des combinaisons de plusieurs
défauts peu visibles. Il est très difficile de le discriminer du bruit car leur mesure est très faible. En
pratique, ils sont en effet moins visibles que les défauts des deux premiers types.

Il faut noter que la mesure a été appliquée aux images telles qu’elles sont représentées à l’écran. Nous
avons en effet appliqué le réglage de contraste choisi pour l’observation avant de calculer les mesures de
visibilité. Cette étape est absolument indispensable pour obtenir une mesure représentative de la visibilité
au sens de l’observation visuelle.

La principale limitation de cette mesure réside dans sa non prise en compte des aspects spatiaux des
défauts. La mesure s’appuie uniquement sur un critère statistique, et est donc insensible notamment aux
corrélations spatiales des défauts, dont on sait qu’elles jouent un rôle important dans leur visibilité. Cette
limitation peut être mise en avant par l’exemple de la figure 2.18. Deux défauts de nature différente se
voient affecter la même mesure de visibilité, alors que l’un est parfaitement invisible (les pixels isolés) et
l’autre très visible (la tache sombre).

Pour nuancer ceci, dans le cas de défauts de nature différente, il est très difficile, même pour un
observateur humain, de donner une quantification cohérente pour plusieurs types de défauts. Néanmoins,
l’exemple présenté permet de rendre compte qu’une information essentielle à la mesure n’est ici pas
utilisée : la corrélation spatiale.

La méthode présentée ici sera évaluée, et comparée à d’autres méthodes, utilisant, elles, cette infor-
mation capitale, dans le chapitre 5.
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(a) Défaut de type pixels isolés dans un contexte
de bruit blanc. m(d) = 360.5

(b) Défaut de type tache dans un contexte de bruit
blanc. m(d) = 360.5

(c) Défaut de type pixels isolés hors contexte (d) Défaut de type tache hors contexte

Figure 2.18 – Illustration de la mesure de visibilité sur deux exemples de défauts. Pour les deux types de défauts
représentés (respectivement les pixels isolés, et la tache sombre), on obtient une mesure de visibilité strictement
identique. Le défaut de type tache (figure 2.18(b)) est néanmoins beaucoup plus visible que les pixels isolés
(figure 2.18(a)). Ces derniers sont en fait invisibles sur l’image, ils sont noyés dans le bruit de fond.
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2.9 Conclusions sur la chaîne de traitement
Dans ce chapitre, nous avons décrit et illustré un ensemble de techniques permettant d’obtenir les

résultats attendus de la chaîne automatique d’analyse et de contrôle des images, à savoir principalement :
– une liste des défauts présents grâce à l’étape de détection,
– une mesure de ces défauts grâce à l’ensemble de méthodes décrites entre la localisation et la mesure
de visibilité.

Un autre résultat attendu de la chaîne d’analyse est la classification des défauts en plusieurs catégories.
Cette étape peut être abordée en utilisant notamment les résultats des méthodes de localisation et de
débruitage qui permettent une caractérisation facile de chaque défaut, et donc une extraction d’attributs
aisée en vue d’une classification.

Nous avons vu que certaines méthodes décrites souffrent de limitations impactant la qualité des
résultats de la chaîne d’analyse de manière variable. Parmi les limitations les plus critiques, on peut
retenir le manque de sensibilité de l’étape de détection, et la difficulté, pour la méthode de mesure de
visibilité, d’être pertinente pour des classes variées de défauts . Ces deux limitations nous paraissant
importantes, nous avons choisi de chercher d’autres méthodes permettant d’améliorer les résultats de la
méthode prise comme méthode de base, décrite dans ce chapitre. Les développements de ces nouvelles
méthodes font l’objet des chapitres suivants.

Néanmoins, les méthodes présentées ici ont été appliquées à des cas réels, et ont permis d’obtenir une
analyse satisfaisante des défauts présents. En particulier, la méthode d’extraction et de débruitage, qui
sont deux contributions importantes de ce chapitre, donnent satisfaction. Nous ne chercherons donc pas
à les améliorer par la suite, et nous préférerons porter un éclairage particulier sur l’amélioration de la
détection et de la mesure de visibilité dans les prochains chapitres.
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Chapitre 3

Détection automatique de défauts :
objectifs et évaluation des
performances

Résumé

La détection de défauts est une tâche courante dans le domaine du contrôle qualité, et est un des points
centraux de cette thèse. Compte tenu de la multitude de types de défauts à détecter, et des exigences
en termes de performances de détection, nous sommes amenés à développer plusieurs algorithmes de
détection. Ainsi, l’évaluation et la comparaison des performances de ces algorithmes est un point à traiter
avec la plus grande attention. Ce chapitre décrit une méthodologie visant à mesurer les performances de
ces algorithmes sur des images de grande taille, et présentant plusieurs défauts de différents types. En
considérant les problèmes posés par l’utilisation des méthodes standard de comparaison, nous exposons
une évolution de ces méthodes en s’appuyant sur une extension de la méthode du Receiver Operating
Characteristic (ROC). L’approche pixel de cette méthode est modifiée au profit d’une approche basée
objet, grâce à l’utilisation de dilatations dans le calcul des taux de fausse alarme et de bonne détection.
Le processus de dilatation proposé s’adapte automatiquement à la topologie des défauts à détecter et ne
nécessite aucun réglage de paramètre. Au travers d’exemples de défauts à détecter, nous montrons que
la méthodologie ainsi définie permet dans notre contexte une meilleure évaluation des performances des
algorithmes de détection.
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3.1 Objectifs de la détection
Dans le chapitre précédent, nous avons vu que l’étape de détection est une étape cruciale. Elle condi-

tionne fortement la qualité de l’analyse effectuée sur l’image. En effet, un défaut détecté à cette étape fera
généralement partie des défauts analysés, sauf si aucun pixel défectueux n’est trouvé lors de l’étape de
localisation. Ainsi, toute détection entraînera une analyse de la zone détectée, et donc toute fausse alarme
provoquera une perte de temps pour les utilisateurs et une confusion dans le rapport final d’analyse de
qualité de l’image. Cette étape de détection doit donc comporter le moins possible de fausses alarmes.
D’une manière générale, le taux de fausse alarme ciblé dans un contexte d’utilisation industrielle est de
l’ordre de une fausse alarme tous les milliards de pixels analysés.

Dans le même temps, il est important de détecter tous les défauts car un défaut non détecté à cette
étape ne sera plus considéré par la chaîne d’analyse.

Pour traiter l’étape de détection, il faut donc développer des algorithmes de détection sensibles à la
présence de défauts et générant très peu de fausses alarmes. La détection au pixel près des défauts n’est
pas requise à cette étape, car elle sera traitée par l’étape suivante de localisation. Néanmoins, les défauts
doivent être détectés par l’intermédiaire de suffisamment de pixels défectueux afin que l’étape de capture
soit efficace.

Ce contexte s’apparente à une tâche d’inspection semi-automatique des défauts : on veut identifier
chaque défaut via plusieurs pixels qui seront détectés par la méthode de détection. Un observateur humain
va alors venir inspecter chaque amas de pixels détectés en adaptant une fenêtre d’observation (équivalent
de ce qui est fait lors de l’étape d’extraction du défaut) afin de vérifier la présence ou non d’un défaut.

Nous recherchons donc une méthode efficace dans ce contexte. Afin d’évaluer correctement les mé-
thodes de détections qui seront exposées dans le chapitre suivant, nous avons besoin d’un outil adapté à
notre contexte d’inspection semi-automatique de la qualité.

3.2 Méthode d’évaluation des performances de détection : in-
troduction

Les tâches de contrôle de qualité sont des champs d’application particulièrement prolifiques pour le
domaine du traitement des images, et en particulier celui des techniques de détection. Le nombre croissant
de techniques conçues pour l’inspection de pièces manufacturées dans l’industrie est une preuve concrète
de l’intérêt des industriels et de la communauté scientifique pour ce problème de contrôle qualité.

Les premières applications de ces techniques sont la détection de défauts sur des pièces textiles, en
bois, ou d’autres matériaux industriels, par inspection automatique d’images numériques de leurs surfaces.
L’acquisition des ces images s’effectue soit par simple imagerie optique (rayonnement visible), soit par
rayonnement X comme dans notre cas, ou par d’autres méthodes de contrôle non destructif comme la
réflexion d’ondes ultrasonores sur la surface à inspecter.

Différentes méthodes visant à mesurer les performances des algorithmes de détection existent et ont
fait l’objet de communications scientifiques. Dans le contexte de détection et de reconnaissance de ca-
ractère, Wolf [93] mesure les performances des algorithmes par adéquation géométrique et graphes de
performances. Liu [59] propose une méthode simple s’appuyant sur l’analyse du voisinage pour évaluer
les performances des algorithmes de détection de bord. Nascimento [72] effectue lui un classement des
erreurs de détection rencontrées afin de construire une métrique pour l’évaluation des algorithmes de
détection d’objet embarqués dans des applications de vidéo-surveillance.

Des méthodes plus générales s’appuient sur la fusion de métrique de base soit par une logique clas-
sique [62], ou grâce à l’utilisation de la logique floue [47].

Même si ces techniques se révèlent très efficaces dans le contexte spécifique pour lequel elles ont été
développées, leur fiabilité est remise en cause lorsqu’on considère le contexte de détection d’objets de
forme et de nature variables, comme c’est le cas pour les défauts qui nous intéressent.

Dans la suite, nous allons voir comment évaluer les algorithmes de détection et comment utiliser la
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méthode de l’analyse ROC, couramment utilisée pour ce type d’application. La méthode ROC classique
sera d’abord présentée, et un dérivé de cette méthode, adapté à notre contexte sera ensuite présenté et
illustré. Cette nouvelle méthode, appelée méthode ROC souple [69, 70] peut être appliquée à la fois à la
comparaison d’algorithmes de détection, et au réglage des paramètres de ces algorithmes en fonction des
performances voulues en termes de taux de bonne détection ou de fausse alarme.

3.3 La tâche d’inspection

Les détecteurs numériques pour radiographie produisent des images de grande taille, en général de
l’ordre de 3000 × 3000 pixels. La tâche d’inspection consiste à trouver les défauts présents dans ces
images. Les images analysées sont des images plates, sans sujet, et sont donc uniquement constituées de
bruit de fond, et de potentiels défauts du détecteur. Dans notre cas, le but des algorithmes de détection
est de détecter des zones défectueuses qui seront transmises à l’étape d’extraction ou analysées par
un expert humain. Dans ce dernier cas, la tâche de contrôle de qualité se présente donc comme si on
voulait attirer l’attention de l’expert sur des zones potentiellement défectueuses pour faciliter l’inspection
des images. Les algorithmes de détection sont également destinés à faire partie de la chaîne d’analyse
automatique de qualité décrite dans le chapitre précédent, et doivent donc fournir un résultat exploitable
pour l’algorithme d’extraction, à savoir une estimation, même partielle, des pixels constituant les défauts.
Le processus d’évaluation des algorithmes de détection doit ainsi prendre en compte ce contexte et fournir
une mesure adaptée des performances pour des formes variées de défauts.

Les principaux enseignements donnés par ce contexte, et utiles pour construire une mesure de perfor-
mance adaptée sont :

– la localisation parfaite de tous les pixels défectueux n’est pas requise : seuls quelques pixels détectés
dans la zone défectueuse sont nécessaires pour l’identification du défaut. Par contre, au moins un
pixel est nécessaire par défaut. On rappelle qu’un défaut est défini comme en ensemble connexe de
pixels défectueux,

– les contours de chaque défaut ne peuvent pas être défini de manière univoque. La construction d’une
vérité terrain reste subjective, et les pixels dans des zones aux alentours d’un défaut peuvent être
vus soit comme des pixels défectueux, soit comme des pixels de fond. De plus, certains défauts ont
naturellement des contours flous rendant caduque la construction d’une vérité terrain précise.

Ces observations impliquent une adaptation de la méthodologie ROC pour la rendre efficace. Nous
décrirons l’adaptation développée dans la section 3.5.

Dans notre application, on peut différencier deux types de défauts :
– les défauts ponctuels : ce sont les pixels isolés ou des petits amas de pixels présentant des statistiques
anormales (trop faible ou trop forte luminosité),

– défauts étendus : ce sont des pixels spatialement corrélés qui ne sont pas individuellement atypiques.
En pratique, ces défauts prennent la forme de lignes, de colonnes ou de taches. Elles contiennent
plusieurs pixels qui ne sont pas nécessairement des défauts ponctuels.

La figure 3.1 donne des exemples de défauts synthétiques avec leur vérité terrain («Defect Map»)
déterminée par un expert humain. Ces exemples ont été synthétisés afin d’illustrer des cas extrêmes de
défauts pouvant apparaître dans n’importe quel système imageur.

Cette figure permet d’illustrer la difficulté de déterminer une vérité terrain selon le type de défaut
considéré. Pour les défauts ponctuels, la vérité terrain peut être définie précisément, alors que pour les
défauts étendus, comme la tache floue, la vérité terrain devient très subjective. Quand plusieurs défauts
sont regroupés dans une zone limitée, comme sur la partie droite de la figure 3.1(a), la vérité terrain
inclut les amas de pixels défectueux ainsi que quelques pixels non-défectueux situés aux alentours. Ainsi,
les amas ne sont pas considérés comme plusieurs défauts, mais plutôt comme une seule zone défectueuse.
Cette constatation doit être prise en compte lorsqu’on veut mesurer les performances de nos algorithmes
de détection.
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(a) Défauts (b) Vérité terrain

Figure 3.1 – Plusieurs catégories de défauts et leur vérité terrain déterminée à la main par un expert humain.
On observe que la détermination de cette vérité terrain est une tâche subjective : les frontières des défauts sont
définies grossièrement, les amas des pixels défectueux peuvent être regroupés au sein d’une seul et même défaut.

3.4 L’analyse ROC

3.4.1 Définitions et courbes ROC

Initialement développée pour l’évaluation des système de surveillance radar dans les années 50, l’ana-
lyse ROC a été pour la première fois formalisée et intégrée à la théorie de la détection dans le milieu
des années 1960 [36, 24]. Au fil des années, elle est devenue une technique standard pour l’évaluation des
performances en détection [25, 39]. Son utilisation s’est d’abord développée dans le domaine de l’imagerie
médicale, en particulier en radiologie [40, 68, 28], et s’est ensuite étendue à divers systèmes de détection.

Pour un problème à un seul défaut (ou une seule zone défectueuse dans notre cas), l’analyse ROC
consiste à mesurer la réponse binaire d’un système de détection (défaut présent ou non) à un stimulus
(i.e. l’image), en calculant le taux de bonne détection (noté tpr pour «true positive rate») et de fausse
alarme (noté fpr pour «false positive rate») avec :

tpr = vrais positifs
total positifs (3.1)

fpr = faux positifs
total negatifs (3.2)

La figure 3.2 présente la représentation classique de la matrice de confusion.
Un couple (fpr; tpr) correspond à un point dans le plan ROC. La courbe ROC d’un algorithme

de détection est tracée en faisant varier les paramètres de cet algorithme, qui traduisent en général sa
sensibilité en détection : à chaque valeur de ce paramètre correspond un point dans le plan ROC. L’analyse
ROC est un outil approprié pour mesurer les performances en détection d’un système car elle ne tient pas
compte de la répartition des deux classes traitées, ici défaut et fond, et fournit deux mesures intuitives
et complémentaires qui peuvent être aisément utilisées pour calibrer le système de détection.

Dans un contexte de détection de défauts, il peut y avoir beaucoup plus d’un défaut dans une image.
Les nombres de vrais positifs et de faux positifs peuvent être calculés dans cette image en utilisant la
méthodologie dite du «Free-ROC» [45] (FROC). La méthodologie Free-ROC est une extension de la
méthodologie ROC à la localisation des défauts, en général dans un contexte multi-cibles (Free-ROC est
très utilisée dans le domaine militaire), alors que la méthodologie ROC concerne uniquement la détection
de défaut. Dans notre application, la théorie du Free-ROC n’est pas nécessaire et nous considérerons ainsi
uniquement les outils basiques fournis par la méthodologie ROC.

Si on considère une image avec plusieurs cibles -les défauts- et un algorithme de détection de défauts
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Figure 3.2 – La matrice de confusion définit les vrais positifs et les faux positifs pour une tâche de détection.
Ces deux quantités sont celles qui seront représentées dans les courbes ROC

fournissant une classification pixel à pixel en deux classes (défaut ou fond), il y a quatre cas pour chaque
pixel p(i) de l’image :

– p(i) est classé comme un défaut, et est réellement un défaut d’après la vérité terrain : c’est un vrai
positif

– p(i) est classé comme pixel de fond, et est réellement un pixel de fond d’après la vérité terrain :
c’est un vrai négatif

– p(i) est classé comme un défaut, et est en fait un pixel de fond d’après la vérité terrain : c’est un
faux positif, aussi appelé fausse alarme

– p(i) est classé comme pixel de fond et est en fait un pixel défectueux : c’est un faux négatif
Le principal avantage de l’analyse ROC est que les deux quantités calculées, tpr et fpr, sont normali-

sées respectivement par le nombre de pixels de défaut (nombre total de positifs) et le nombre de pixels de
fond (nombre total de négatifs). Ainsi, contrairement aux autres mesures classiques comme la précision
du système (le pourcentage de pixels correctement classés), le tpr et le fpr ne peuvent pas être biaisés
par une faible représentation d’une classe par rapport à l’autre.

Pour mettre en évidence ceci, considérons une tâche de détection sur une image de 1000× 1000 pixels
contenant un seul pixel défectueux. Un algorithme ne détectant jamais de pixels sera en fait très précis :
99, 9999% des pixels seront correctement classés. Dans le même temps, le tpr et le fpr seront tous deux
nuls, traduisant de très mauvaises performances de détection. Ainsi, la seule donnée de la précision des
algorithmes ne fournit pas assez d’informations pour évaluer les performances en détection, notamment
car la précision est très sensible à la sur ou la sous-représentation d’une classe vis à vis de l’autre, ce
qui est un cas très fréquent dans le contexte de la détection de défauts. Dans notre exemple, la sous-
représentation de la classe défaut rend la mesure de précision peu pertinente pour évaluer les performances
de détection.

L’analyse ROC représente en une courbe la sensibilité (quantité équivalente au taux de bonne détection
tpr) des systèmes de détection en fonction du taux de fausse alarme fpr, qui sont deux informations
pertinentes dans un contexte de contrôle qualité : considérées ensemble, elles permettent de dire combien
de fausses alarmes vont être générées par l’algorithme pour une sensibilité donnée. De plus, la courbe
ROC permet de rendre compte du comportement dynamique du système vis à vis d’un changement des
paramètres de ce système (en général, le seuil de décision). Cette information peut être utilisée afin de
comparer deux systèmes de détection : la courbe ROC du meilleur système sera celle qui se situe au
dessus des autres courbes dans le plan ROC.

Les courbes ROC de quatre algorithmes de détection sont représentées sur la figure 3.3. L’algorithme
de détection idéal est «algo1» : sa courbe ROC est un échelon (tpr à 100% quel que soit le fpr). Dans
le cas où les deux classes sont équilibrées (même nombre de pixels défectueux que de pixels de fond dans
la vérité terrain), un algorithme correspondant à une décision aléatoire entre les deux classes donne la
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Figure 3.3 – Exemples de courbes ROC. Sur cet exemple, quatre courbes ont été tracées. La première, celle
de l’algorithme 1, montre que cet algorithme de détection donne des résultats parfaits (100% de taux de bonne
détection quel que soit le taux de fausse alarme, et donc quel que que soit les paramètres de l’algorithme). La
courbe issue de l’algorithme 4 a été calculée à partir d’un algorithme qui choisit aléatoirement la classe du pixel
traité parmi les deux classes possibles (défaut ou fond). Les deux autres courbes sont celles de deux algorithmes
de détection quelconques. L’algorithme 2 a de meilleures performances que l’algorithme 3 car sa courbe ROC se
situe au dessus de celle de l’algorithme 3

courbe ROC «algo4»(diagonale ascendante dans le plan ROC). Entre l’algorithme parfait et l’algorithme
prenant une décision au hasard, l’algorithme 2 donne de meilleurs résultats que l’algorithme 3.

L’information donnée par les courbes ROC peut être synthétisé en une quantité, traduisant la perfor-
mance de l’algorithme de détection associé : l’AUC pour «Area Under Curve »qui est simplement l’aire
située sous la courbe ROC [40, 30, 16].

3.5 La comparaison des masques de détection
Dans la section 3.4, nous avons vu que l’analyse ROC peut être utilisée afin d’évaluer les performances

d’un algorithme de détection. Cependant, un problème majeur persiste : comment estimer les deux gran-
deurs tpr et fpr ? En d’autres termes : quels pixels doivent être considérés comme vrais positifs et faux
positifs ?

Pour chaque seuil de décision, tpr et fpr sont calculés en comparant un masque binaire de détection
(avec les pixels détectés à 1 et les pixels non détectés à 0) à un masque constitué avec la vérité terrain.
Dans toute la suite, le masque binaire de détection est appelé le masque test et noté Mi,j . Il est le
résultat d’une détection pixel à pixel effectuée par l’algorithme de détection. Le masque de vérité terrain
est noté Ti,j . En pratique, la manière la plus simple de comparer ces deux masques est d’effectuer une
comparaison pixel à pixel, en utilisant la définition classique des vrais positifs et faux positifs donnée
dans la section 3.4.

Comme exposé dans la section 3.3, l’expert humain n’a pas besoin que l’algorithme de détection
lui fournisse une localisation au pixel près des défauts. En s’appuyant sur cette hypothèse, différentes
façon de calculer tpr et fpr ont été proposées : Theiler [48] suggère de transformer le masque test afin
de considérer chaque défaut du masque de vérité terrain comme 100% détecté si au moins un pixel est
détecté dans ce défaut. D’une manière analogue, Harvey [41] propose de dilater le masque test à l’aide
d’un élément structurant fixé a priori, afin d’inclure dans le calcul du tpr les pixels détectés se situant
aux alentours de chaque défaut.

La définition de méthodes alternatives de calcul des taux de fausse alarme et de bonne détection prend
sens dans notre contexte d’inspection semi-automatique auquel nous devons nous adapter afin de fournir
une évaluation plus pertinente des performances de détection. Considérons d’abord les vrais positifs :
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(a) tpr=66% (b) tpr=66% (c) 10 fausses alarmes (d) 10 fausses alarmes

Figure 3.4 – sens du tpr et du fpr : sur chaque image, les cibles à détecter sont représentées en gris, et les
pixels détectés par le système sont en blanc. Les deux premières images ont le même taux de bonne détection
et les deux dernières le même nombre de fausses alarmes. Néanmoins, dans notre contexte, la configuration des
figures 3.4(a) et 3.4(c) sont considérées comme meilleures en termes de résultat de détection car toutes les cibles
ont été détectées et il n’y a qu’une seule réelle fausse alarme. En effet,sur la figure 3.4(c), les pixels détectés autour
de la cible ne doivent pas être considérés comme des fausses alarmes car il sont à proximité immédiate de la cible.

dans une situation à plusieurs défauts (i.e. il y a plus d’une cible dans le masque de vérité terrain), le tpr
doit être de 100% si les pixels détectés conduisent à une localisation de toutes les cibles, même si tous
les pixels défectueux ne sont pas détectés. Dans l’exemple de la figure 3.4(a), seulement 66% des pixels
défectueux sont détectés (zone hachurée) alors que la détection permet la localisation de toutes les cibles.
Le taux de bonne détection de la figure 3.4(b) est également de 66% alors que la détection effectuée est
clairement moins bonne que la précédente car la cible située sur la partie inférieure de l’image n’a pas du
tout été détectée.

Considérons maintenant le taux de fausse alarme : nous devons faire une distinction entre les fausses
alarmes isolées, les fausses alarmes proches d’une cible, communément appelée «near-hit», et les amas de
fausses alarmes. Pour l’expert humain, le nombre total de fausses alarmes est le nombre de fenêtres de
visualisation, appelée AOI («Area Of Interest»), que le système affichera alors qu’aucun défaut n’apparaît
sur ces fenêtres. Dans le cas de la chaîne d’analyse des images, une fausse alarme conduira à une extraction
d’une AOI ne présentant aucun défaut visuellement apparent. Sur l’exemple de la figure 3.4, les deux
images de la figure 3.4(c) et 3.4(d) contiennent dix fausses alarmes chacune. Cependant, dans le cas de la
figure 3.4(c), l’expert humain considérera que l’algorithme de détection n’a produit qu’une seule fausse
alarme : les quelques pixels détectés à proximité de la cible ne peuvent pas être considérés comme des
fausses alarmes car l’AOI qui leur sera associée contiendra au moins une partie de la cible, et contiendra
donc des pixels visuellement défectueux. Les autres pixels détectés forment un amas qui peut être visualisé
à l’aide d’une seule AOI. Cette AOI détectée constitue alors la seule fausse alarme du système. Sur la
figure 3.4(d), il n’y a que des fausses alarmes isolées : l’expert se verra présenté dix AOI ne contenant
pas de pixels défectueux. Le système génère donc dix fausses alarmes.

En prenant en compte ces observations, nous proposons une méthode permettant de comparer sim-
plement les masques binaires en considérant la spécificité des pixels situés à proximité des cibles. Ces
pixels sont considérés comme des fausses alarmes par toutes les méthodes précédentes. Le but princi-
pal de notre méthode est d’étendre la définition au pixel près des deux quantités utiles dans l’analyse
ROC à une définition basée objet. Cette méthode pour comparer les masques s’intègre parfaitement à la
méthodologie ROC classique et ne requiert pas de paramétrage supplémentaire. De plus, notre méthode
s’adapte automatiquement à tous les défauts, quelles que soient leur taille et leur forme.

Dans les paragraphes suivants, trois méthodes de comparaison de masques sont décrites et commen-
tées : la comparaison simple basée pixel, la méthode définie par Theiler, et la méthode que nous avons
développée et utilisée dans le cadre de cette thèse. La méthode proposée s’appuie sur les spécificités de
la tâche d’inspection semi-automatique des images. La méthode de Harvey introduite plus haut requiert
l’introduction d’une forte connaissance a priori sur la taille des cibles à détecter. Comme nous ne pouvons
pas fournir dans notre cas de telles connaissances, cette méthode ne sera pas étudiée.



3.5. La comparaison des masques de détection 67

Figure 3.5 – Comparaison des masques pixel à pixel : le calcul de tpr et de fpr est effectué par comparaison
directe entre masque de détection et masque de vérité terrain. La fonction «Not»est le complément binaire et la
fonction «Pixel Count»retourne le nombre de pixels blancs (valeur à 1) dans l’image d’entrée.

3.5.1 Comparaison des masques pixel à pixel
La méthode la plus intuitive afin de comparer les masques de détection et de vérité terrain est d’ef-

fectuer un calcul pixel à pixel. Si on considère le masque de détection Ti,j , contenant P pixels défectueux
(pixels ayant la valeur 1) et N pixels de fond (pixels ayant la valeur 0), la comparaison pixel à pixel peut
être décrite comme sur la figure 3.5. La fonction «Pixel Count»retourne le nombre de pixels prenant la
valeur 1 dans l’image passée en entrée, et la fonction «Not»et l’opérateur de complément : elle retourne
0 quand le pixel passé en entrée est à 1, et 1 quand le pixel passé en entrée est à 0. Le tpr et le fpr sont
alors donnés par :

tpr = 1
P

∑
i,j

Mi,j · Ti,j (3.3)

fpr = 1
N

∑
i,j

Mi,j · (1− Ti,j) (3.4)

La comparaison pixel à pixel des masques a été testée sur les trois défauts synthétiques des fi-
gures 3.6(a), 3.6(b) et 3.6(c). A chaque fois, la vérité terrain est tracée en gris sur la seconde ligne de
l’illustration, avec l’ensemble des pixels détectés apparaissant en blanc, qu’ils soient des fausses alarmes
ou des bonnes détections. Les trois défauts pris en exemple sont :

– des défauts ponctuels : six pixels isolés défectueux
– une tache floue : une tache brillante ayant des bords flous
– amas défectueux : un amas de pixels défectueux formant une zone identifiée visuellement comme
un seul et même défaut

Par souci de clarté, sur la figure 3.6(d), les pixels défectueux définis par la vérité terrain sont pointés
par des flèches.

La table 3.1 donne, pour les trois défauts, les taux de bonne détection et de fausses alarmes calculés
avec la méthode de comparaison pixel à pixel.

Dans le cas des pixels isolés, la simple comparaison des masques pixel à pixel donne des résultats
satisfaisants : pour ce type de défauts, la localisation exacte est requise et une fausse alarme est générée
même lors de la détection d’un pixel proche du défaut. En pratique, le système doit être très précis pour
ce type de défaut afin d’attirer l’attention de l’expert sur l’endroit précis du défaut car il s’agit d’un
défaut de très petite taille, qui sera donc observé à petite échelle. Dans cas cas, la comparaison pixel à
pixel est efficace : elle donne un tpr de 1

2 et un fpr qui représente bien le nombre de fois où l’expert devra
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(a) Défauts ponctuels (b) Tache floue (c) Amas

(d) Détection des défauts
ponctuels

(e) Détection de la tâche (f) Détection de l’amas

Figure 3.6 – Trois types de défauts et leurs masques de détection et de vérité terrain. Les pixels en gris sont
les pixels du masque de vérité terrain, définie visuellement. Les pixels en blanc sont les pixels détectés comme
défectueux par l’algorithme de détection.

Défaut fpr (%) tpr (%)

Ponctuel 0.12 50
Tache 0.03 3.8
Amas 0.12 1.5

Table 3.1 – Taux de bonne détection tpr et taux de fausse alarme fpr calculés avec la méthode de comparaison
pixel à pixel des masques. Le seuil considéré pour calculer ces quantités est celui donnant les détections des
figures 3.6(d), 3.6(e) et 3.6(f)
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vérifier une zone détectée comme défectueuse alors qu’elle ne contient aucun défaut visible.
Le cas de la tache floue est plus ambigu. Dans l’exemple présenté, seulement quelques pixels de la

tache sont détectés. Pour ce défaut, la vérité terrain est une zone circulaire qui inclut la tache claire.
Dans l’exemple présenté, l’algorithme de détection est presque parfait : le nombre de pixels détectés et
l’information sur leur position, au centre de la tache, suffisent pour que l’expert localise correctement le
défaut. Néanmoins, en raison de la définition de la vérité terrain sous la forme d’un ensemble circulaire
compact, les valeurs du taux de bonne détection et de fausse alarme sont loin de celles attendues pour
une si bonne détection. De plus, on peut considérer le pixel détecté dans la partie inférieure gauche du
défaut comme un pixel trop proche de la cible pour occasionner pour l’utilisateur une fausse alarme. Cet
exemple montre que l’évaluation des performances de détection se heurte à la subjectivité de la définition
de la vérité terrain. Cet élément n’est pas pris en compte dans la méthode de comparaison des masques
pixel à pixel.

Nous pouvons faire les mêmes remarques pour les amas de défauts. Une fois encore, certains pixels (de
part et d’autres de l’amas de pixels défectueux) sont comptabilisés comme étant des fausses alarmes alors
qu’ils sont trop proche des frontières du défaut pour pouvoir être réellement considérés comme telles.
Dans le même temps, un nombre important de pixels est détecté au sein de l’amas (principalement les
défauts ponctuels constitutifs de l’amas défectueux), le taux de bonne détection atteignant à peine les
2%. Pour l’expert humain, dans ce cas, le défaut peut être considéré comme bien détecté, ce qui est en
contradiction avec le faible taux de bonne détection donné par la méthode de comparaison pixel à pixel.

Ces exemples montrent que cette méthode n’est pas adaptée pour rendre compte des réelles perfor-
mances des systèmes de détection dans notre cas. La raison principale est que la méthode de comparaison
pixel à pixel n’intègre pas les spécificités détaillées dans la section 3.3.

3.5.2 Comparaison des masques par la méthode de Theiler

La méthode classique de comparaison pixel à pixel des masques conduisant à une mauvaise évaluation
des performances, il faut développer une technique qui, en quelque sorte, mime le comportement de
l’expert humain vis à vis de la tâche de détection. Dans cette idée, Theiler a proposé une métrique
pour donner au masque de détection une interprétation plus proche de celle de l’expert humain. Cette
technique utilise un procédé de remplissage : tous les pixels composant une cible sont considérés comme
détectés si au moins un de ces pixels est détecté par l’algorithme de détection (voir la figure 3.7). Le taux
de bonne détection et le taux de fausse alarme sont alors donnés par :

tpr = 1
P

∑
i,j

Fill(Mi,j) · Ti,j (3.5)

fpr = 1
N

∑
i,j

Mi,j · (1− Ti,j) (3.6)

où Fill est l’operateur de remplissage (marque tous les pixels de la cible à 1 si au moins un pixel
appartenant à cette cible est à 1).

En suivant cette approche, les taux de bonne détection et de fausse alarme sont calculés sur l’exemple
de la figure 3.6. Les résultats obtenus sont donnés dans la table 3.2.

Pour les défauts ponctuels, la méthode de Theiler fournit des résultats satisfaisants, similaires à ceux
obtenus avec la comparaison des masques pixel à pixel.

Pour les deux autres exemples, le taux de fausse alarme d’après la méthode de Theiler est inchangé,
mais le taux de bonne détection est maintenant, pour les deux types de défaut, de 100%. En effet, dans
chaque cas, au moins un pixel a été détecté au sein de la cible. Cette stratégie du «tout ou rien»est bien
adaptée à certains cas : pour la tache défectueuse, les pixels détectés sont situés au centre du défaut
et sont distribués dans une zone qui est comparable à celle définie par la vérité terrain. Ainsi, du point
de vue de l’expert, ces détections seront regroupées en une seule détection lui permettant de trouver le
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Défaut fpr (%) tpr (%)

Ponctuel 0.12 50
Tâche 0.03 100
Amas 0.12 100

Table 3.2 – Taux de bonne détection tpr et taux de fausse alarme fpr calculés avec la méthode de Theiler

Figure 3.7 – Méthode de Theiler pour la comparaison des masques. La fonction de remplissage (nommée «Fill-
in»dans le schéma) est ajoutée à la précédente méthode de comparaison pixel à pixel : si au moins un des pixels
est détecté dans la cible, tous les pixels de cette cible seront décomptés comme vrais positifs.

défaut. Le taux de bonne détection de 100% rend bien compte de cette bonne performance de détection.

Dans le cas du défaut constitué d’amas de pixels défectueux, les limites de la stratégie de remplissage
peuvent être mises en évidence. En effet, dans ce cas, il n’y a que la partie inférieure de l’amas qui est
vraiment détectée. Dans son observation, en considérant la répartition des détections et la taille du défaut,
il y a des risques que l’expert ne puisse pas identifier la partie supérieure du défaut. Dans la méthode
de Theiler, de telles considérations n’ont aucun impact dans le calcul du taux de bonne détection, qui
atteint donc les 100% pour le défaut traité. Cette défaillance se produit dans d’autres configurations,
principalement celles mettant en jeu des défauts étendus.

Le calcul du taux de fausse alarme par la méthode de Theiler ne diffère pas de la méthode pixel à
pixel, et comporte donc les mêmes inconvénients, comme décrit dans la section précédente.

En conclusion, la méthode de Theiler étend l’approche pixel à pixel à une approche plutôt orientée
objet en enrichissant la méthode de base avec un procédé de remplissage opérant sur le masque de
détection. Dans le cas d’une détection à une seule cible ou les cas de cibles de très petite taille par
rapport à la dimension de l’image, cette méthode permet une évaluation acceptable des performances.
Néanmoins, dans le cas plus général, comme la méthode de Theiler ne prend pas en compte la distribution
spatiale des pixels détectés, qui est un élément important à considérer avant de déclarer une cible comme
100% détectée, on obtient des résultats non satisfaisants pour le calcul du taux de bonne détection. En
particulier, ce taux est en général surestimé. De plus, le calcul du taux de fausse alarme reste inchangé
et peu pertinent.
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Figure 3.8 – Méthode de comparaison souple des masques. Les masques de détection et de vérité terrain sont
dilatés d’un facteur calculé automatiquement en fonction de la forme et la taille de chaque cible de la vérité
terrain. Ce procédé vise à mimer la perception du taux de bonne détection et de fausse alarme qu’aurait un
expert humain dans un contexte d’inspection de défaut sur une image de grande taille.

3.5.3 Méthode proposée : comparaison souple

Dans cette section, nous présentons une nouvelle méthode qui permet d’apporter une réponse pragma-
tique au problème d’évaluation de performances de détection en dépassant les limitations des méthodes
classiques décrites précédemment. Le principe de notre nouvelle méthode est illustré par la figure 3.8.

Cette méthode nécessite la définition de deux nouvelles fonctions : la dilatation des cibles («Target
dilation») et la dilatation des détections («Test dilation»). La dilatation des cibles est appliquée sur le
masque de vérité terrain, et vise à étendre les défauts de manière à recouvrir les pixels voisins des défauts
pour tenir compte de la subjectivité dans la définition de la vérité terrain et des éventuels contours flous
de certains défauts. La dilatation des détections est appliquée sur le masque de détection, qui contient
les pixels détectés par l’algorithme de détection. L’opération ainsi réalisée mime la manière dont l’expert
humain interprète et utilise les résultats de détection : à l’aide d’une fenêtre de visualisation, il va vérifier
chacune des zones détectées, englobant également les pixels situés au voisinage de cette zone.

Ces dilatations nécessitent le calcul d’une carte de distance («Distance Map») comme détaillé plus
bas. Cette carte de distance ne doit être calculée qu’une seule fois pour une vérité terrain donnée. Ainsi,
le calcul de plusieurs points ROC (variation des paramètres de l’algorithme de détection, et donc du
masque de détection) ne nécessite qu’une seule dilatation de la vérité terrain et un seul calcul de la carte
de distance associée à la vérité terrain. La méthode proposée a un coût en calculs additionnels limité aux
dilatations des masques de détection.

3.5.3.1 Calcul de la carte de distance

La carte de distance est calculée sur l’image de vérité terrain (target mask). L’opération fournit
une image permettant d’assigner à chaque cible une facteur de dilatation. Le calcul de cette carte de
distance est un procédé en deux étapes : la première consiste à appliquer une transformée en distance
euclidienne [46] à chaque cible. On détermine ensuite dans une deuxième étape la distance de Hausdorff
directe [78] sur chaque cible afin de trouver le facteur de dilatation. Ces deux étapes sont illustrées par
la figure 3.9.

– transformée en distance euclidienne : la distance euclidienne entre les pixels (i, j) et (m,n) est
définie par :

de((i, j), (m,n)) =
√

(i−m)2 + (j − n)2

La transformée en distance euclidienne sur le masque de vérité terrain calcule la distance euclidienne
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Masque de vérité terrain Transformé en distance 
euclidienne
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Figure 3.9 – Calcul de la carte de distance. La transformée en distance euclidienne du masque de détection est
calculée. Elle représente la distance euclidienne de chaque pixel de la cible (en blanc) par rapport au fond (en
noir). Pour chaque cible, le maximum de la transformée en distance euclidienne est calculé : il s’agit de la distance
de Haussdorf directe de la cible, dont la valeur est ensuite stockée dans la carte de distance.

entre les pixels de la cible et les pixels de fond. L’image résultante D(i, j) est déterminée par :

D(i, j) = min
m,n
{de(T (i, j), T (m,n)) | T (m,n) = 0}

Les valeurs de D(i, j) représentent la distance minimale entre chaque pixel de la vérité terrain et
le fond. Sur la figure 3.9, un exemple de transformée en distance euclidienne sur une image à deux
cibles est présenté. La distance euclidienne d’une cible au fond de l’image dépend de la topologie
de la cible.

– distance de Haussdorf directe : l’étape finale permet d’étendre les valeurs calculées pour chaque
pixel à la cible entière. Pour chaque cible, le maximum de la transformée en distance des pixels la
composant est calculé. Soit l(i, j) une version labellisée du masque de vérité terrain (L(i, j) = k si
le pixel (i, j) appartient à la cible k, k = 1 . . . ntargets), et L(i, j) = 0 si (i, j) appartient au fond.
La valeur stockée dans la carte de distance K(i, j) est :

K(i, j) = max
m,n
{D(m,n) | L(m,n) = L(i, j)}

3.5.3.2 Dilatation de la vérité terrain

La dilatation de la vérité terrain consiste à dilater chaque cible du masque de vérité terrain T (i, j),
calculé par la procédure décrite ci-dessus (voir figure 3.10). Pour chaque cible, on utilise un élément
structurant circulaire (approximation de la distance euclidienne) de rayon Ki,j . Cette dilatation de la
vérité terrain permet de créer une zone autour de chaque cible dans laquelle les pixels détectés ne seront
pas décomptés comme fausses alarmes. L’aspect adaptatif par rapport à chaque cible de cette méthode
est sa principale originalité et son point fort : elle ne requiert aucun réglage de paramètre, processus qui
est assez régulièrement arbitraire, contrairement à d’autres méthodes existantes (voir notamment [41]).
De plus la dilatation utilisée par la méthode souple permet de l’utiliser dans le cas de cibles multiples
puisque le facteur de dilatation est calculé automatiquement pour chaque cible de T (i, j).

3.5.3.3 Dilatation des détections

La dilatation des détections est réalisée sur le masque binaire de détection M(i, j). Chaque pixel de
ce masque est dilaté à l’aide d’un élément structurant de rayon donné par la valeur K(i, j) de la carte de
distance, comme illustré par la figure 3.11. Cette dilatation des détections traduit le fait qu’une détection
exhaustive de tous les pixels de la cible n’est pas requise dans notre situation, comme exposé dans la
section 3.3. Ainsi, un seul pixel détecté dans la cible peut avoir un impact fort sur le taux de bonne
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Masque de vérité terrain Masque de vérité terrain
dilaté

Figure 3.10 – Dilatation du masque de vérité terrain : les deux cibles (en blanc) sont dilatées par un facteur
stocké dans la carte de distance (image de gauche). L’élément structurant utilisé pour ces dilatations est affiché
en gris. Le résultat de la dilatation est représenté sur l’image de droite. La dilatation de la vérité terrain s’adapte
automatiquement à la forme et à la taille de chaque cible, grâce à des facteurs de dilatation précédemment calculés
et stockés dans la carte de distance.

Masque des détections Masque des détections
dilaté

Figure 3.11 – Dilatation des détections : chaque pixel du masque de détection (pixels blancs sur l’image de
gauche) est dilaté à l’aide d’un élément structurant circulaire (en pointillés gris) de taille correspondant au
facteur de dilatation stocké dans la carte de distance. Le masque de vérité terrain est représenté en surimpression
par des lignes grises. Les pixels détectés qui n’atteignent pas une cible ne sont pas dilatés.

détection pour notre méthode, comme pour celle de Theiler, contrairement à ce qu’on observe avec la
méthode pixel à pixel. Cependant, contrairement à la méthode de Theiler, la dilatation des détections ne
permet pas d’obtenir un taux de bonne détection de 100% dans toutes les configurations. La dilatation
mime l’effet de la fenêtre d’observation utilisée par l’expert. Dans notre méthode, on considère que cette
fenêtre a une taille similaire à la taille de l’objet qu’elle est censée observer. C’est pourquoi le facteur
de dilatation nécessite un calcul morphologique sur chaque cible. Ce choix peut être raisonnablement
accepté car pour l’inspection d’un pixel détecté, l’expert adaptera son échelle d’observation au contexte
entourant cette détection dans l’image, i.e. à la cible.

Les taux de bonne détection et de fausse alarme tpr and fpr sont alors calculés comme suit :

tpr = 1
P

∑
i,j

TestDil(Mi,j ,Ki,j) · Ti,j (3.7)

fpr = 1
N

∑
i,j

Mi,j · (1− TargDil(Ti,j)) (3.8)

où TestDil est l’opération de dilatation des détections, et TargDil l’opération de dilatation de la vérité
terrain.

Les résultats de la méthode de comparaison souple des masques sur les trois défauts considérés sont
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représentés sur la figure 3.12. La première ligne de cette figure représente la dilatation de la vérité terrain,
nécessaire pour le calcul du taux de fausse alarme. La cible d’origine est en gris clair, et la cible après
dilatation est en gris foncé. Les pixels détectés sont représentés en blanc. La dilatation de la vérité terrain
est conçue pour étendre la taille des cibles tout en préservant leur forme globale. Ici, la dilatation de
la vérité terrain conduit au doublement de la distance de Hausdorff de chaque cible. A la vue de notre
méthode souple, deux interrogations peuvent persister :

1. pour quelle raison le facteur de dilatation doit-il dépendre de la taille de la cible ?
2. Comment justifier le choix de la procédure utilisée pour le calcul du facteur de dilatation ?

Les réponses pouvant être données à ces deux interrogations sont que :
1. un défaut de grande taille sera observé à grande échelle. Ainsi, la vérité terrain associée à de tels

défauts est naturellement moins précise que celle associée à des défauts beaucoup plus petits (qui
seront donc observés à une échelle zoomée). Ainsi, la marge d’erreur pour comptabiliser les fausses
alarmes autour des défauts doit être proportionnelle à la taille de ces défauts.

2. Nous pouvons faire l’hypothèse qu’un défaut est observé avec une fenêtre d’observation de dimen-
sions approximativement deux fois plus grandes que les dimensions du défaut. La dilatation de la
vérité terrain réalisée mime ainsi cette fenêtre d’observation en autorisant la présence de pixels
détectés dans une zone de cette taille autour du défaut. Cette dilatation est une procédure adaptée
automatiquement aux défauts présents et ne nécessitant aucun réglage de la part de l’utilisateur.

Le résultat de la dilatation de la vérité terrain est que les pixels situés près des défauts amas et tache ne
seront plus considérés comme étant de fausses alarmes car ils appartiennent maintenant, après dilatation,
à la vérité terrain. La seconde ligne de la figure 3.12 montre le résultat de la dilatation des détections
(en blanc), la vérité terrain étant représentée en surimpression grise. Chaque pixel détecté appartenant à
la cible initiale (en gris clair) est dilaté avant calcul du taux de bonne détection. Cette dilatation suit le
raisonnement de l’expert humain : lors de l’observation d’une détection, la fenêtre d’observation englobe
la détection et les pixels l’entourant. Ainsi, il est cohérent de considérer les zones voisines des zones de
défaut lors du calcul du taux de bonne détection. Une des conséquences de cette dilatation des détections
est que seuls quelques points bien distribués sur le défaut sont suffisants pour qu’il soit détecté à 100%.
En particulier, la détection des pixels composant le squelette [9, 34] de la cible sont suffisants pour obtenir
100% de détection pour cette cible.

3.5.3.4 Calcul de point dans le plan ROC par la méthode souple

Les valeurs des taux de bonne détection et de fausse alarme pour les exemples choisis sont indiqués
dans la table 3.3.

Pour les défauts ponctuels, il n’y a aucun changement entre la méthode souple et les autres méthodes.
Pour le défaut de type tache, le taux de bonne détection atteint 100%, ce qui est cohérent avec l’interpré-
tation de la détection du point de vue de l’expert. En effet, la répartition des détections dans ce défaut
de taille modeste permet son identification aisée : l’expert humain ajustera sa fenêtre d’observation sur
la zone des pixels détectés et visualisera ainsi le défaut dans sa totalité. Le taux de fausse alarme a
légèrement baissé grâce aux pixels détectés en bas à gauche du défaut, qui ne sont plus considérés comme
des fausses alarmes par la méthode souple.

Pour le défaut de type amas, le taux de fausse alarme a baissé pour les mêmes raisons, alors que le
taux de bonne détection atteint maintenant 80% : en effet, la partie haute du défaut n’est pas considérée
comme correctement détectée par notre méthode. Il s’agit d’une interprétation cohérente car l’amas est
de grande taille et consitué de deux zones défectueuses : seulement celle du bas est correctement détectée
par l’algorithme. Dans cette configuration, la méthode de Theiler donne un taux de bonne détection de
100%, ne prenant pas en considération que la partie haute du défaut a été manifestement mal détectée.

Dans les cas présentés, la méthode souple donne des tpr et fpr cohérents avec l’interprétation de
l’expert en termes de performances de détection. Cette méthode effectue une dilatation morphologique
des cibles et des détections, et s’adapte automatiquement aux problèmes multi-cibles car les facteurs de
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(a) Défauts ponctuels : vérité
terrain dilatée et détections

(b) Défauts tache : vérité ter-
rain dilatée et détection

(c) Défaut amas : vérité terrain
dilatée et détections

(d) Défauts ponctuels : véritée
terrain dilatée et détections di-
latées

(e) Défaut tache : vérité ter-
rain dilatée et détections dila-
tées

(f) Défaut amas : véritée ter-
rain dilatée et détections dila-
tées

Figure 3.12 – Première ligne : masque de vérité terrain dilatée avec en surimpression le masque des détections
(en gris clair le masque de vérité terrain original, en gris foncé le masque de vérité terrain dilaté, et en blanc les
détections). Seconde ligne : masque de vérité terrain (en gris clair), masque de vérité terrain dilaté (en gris foncé)
avec en surimpression le masque des détections dilaté (en blanc). La dilatation du masque de détection entraîne
une augmentation du taux de bonne détection dans le cas des pixels détectés au sein d’une cible compacte. Pour
les pixels isolés, une grande précision sur leur localisation étant requise, la dilatation du masque de détection n’a
aucun effet sur le taux de bonne détection.

Défaut fpr (%) tpr (%)

Ponctuel 0.12 50
Tache 0.03 100
Amas 0.07 80

Table 3.3 – tpr et fpr pour la méthode de comparaison souple des masques
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Figure 3.13 – Comparaison des performances de détection de deux algorithmes. La première colonne montre
l’image d’origine contenant le défaut à détecter, la seconde colonne est l’image obtenue en sortie de l’algorithme
de détection, et la troisième colonne est une version seuillée (choix d’un seuil de décision pour la détection) de
l’image en sortie de l’algorithme. L’expert humain va inspecter à l’aide des AOIs représentées par des fenêtres
grises. La dernière colonne est la superposition de la vérité terrain avec les AOI vérifiées par l’expert. L’algorithme
A génère une fausse alarme.

dilatations sont calculés pour chaque cible individuellement. De plus, la méthode souple a le gros avantage
de ne nécessiter aucun réglage de paramètres.

3.6 Exemples d’applications de la méthode souple

3.6.1 Mesure de performances d’algorithmes de détection par courbes ROC
Dans cette section, nous allons présenter en détails deux applications possibles de la méthode ROC

souple dans le domaine de l’évaluation des performances de détection. Notre méthode est d’abord ap-
pliquée à l’évaluation de la performance de deux algorithmes sur une seule catégorie de défaut (sec-
tion 3.6.1.1), puis pour comparer les résultats de détection d’un algorithme sur deux types de défauts
(section 3.6.1.2). Notre méthode sera ensuite utilisée pour la calibration d’un algorithme de détection :
nous verrons que notre méthode peut être efficace pour calibrer correctement un algorithme en accord
avec le contexte d’inspection de la qualité (section 3.6.2).

3.6.1.1 Évaluation des performances de deux algorithmes pour un type de défaut

L’analyse ROC est un outil simple et efficace : pour comparer les performances de plusieurs algo-
rithmes de détection, on peut comparer leur AUC respective. Dans cet exemple, on veut comparer deux
algorithmes, appelés «Algorithme A»et «Algorithme B», à l’aide d’une analyse ROC. Les sorties de ces
deux algorithmes sont représentées sur la seconde colonne de la figure 3.13. Les pixels détectés comme
défectueux prennent de fortes valeurs (pixels clairs). Les courbes ROC correspondantes sont représentées
sur la figure 3.14, les AUC calculées sur ces courbes étant reportées dans la table 3.4. Un seuillage des
sorties des algorithme est affiché dans la troisième colonne de la figure 3.13.

Les courbes ROC et les AUC calculées à l’aide de la méthode pixel à pixel montrent clairement que
l’algorithme A réalise une meilleure détection que l’algorithme B. Notre méthode souple tire la conclusion
inverse, la méthode de Theiler ne donnant dans la même temps aucune information discriminante en
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Figure 3.14 – Courbes ROC calculées par la méthode de comparaison pixel à pixel des masques, la méthode
de Theiler, et la méthode souple. Chacune des courbes a été calculée pour l’algorithme A (courbe noire) et
l’algorithme B (courbe en pointillés gris). Les courbes pour la méthode pixel à pixel suggèrent que l’algorithme
A est meilleur, alors que notre méthode souple prête de meilleures performances à l’algorithme B. La méthode
de Theiler ne permet pas de discriminer les deux algorithmes : par cette méthode, ils sont tous deux considérés
comme parfaits.

Défaut AUC pixel à pixel AUC Theiler AUC souple

Algorithme A 0.81 1 0.945
Algorithme B 0.72 1 0.999947

Table 3.4 – Aire sous les courbes ROC pour les algorithmes A et B, calculées avec trois mesures ROC différentes :
méthode pixel à pixel, méthode de Theiler et notre comparaison souple.

raison de l’effet néfaste sur le tpr dû à la stratégie du tout ou rien qu’elle utilise. Dans notre application,
cette dernière méthode nous semble inappropriée. Afin de lever l’ambiguïté introduite par les résultats
contradictoires de la méthode pixel à pixel et de la méthode souple, nous montrons sur la figure 3.13
que l’algorithme B donne de meilleurs résultats, dans la configuration étudiée, que l’algorithme A. La
troisième colonne de cette figure représente le résultat d’un seuillage appliqué aux images de la deuxième
colonne. Le seuil a été choisi de la manière suivante :

– pour l’algorithme A : le seuil de décision choisi est celui qui permet de maximiser le tpr en générant
une seule fausse alarme

– pour l’algorithme B : le seuil de décision choisi est celui qui permet de maximiser le tpr sans générer
de fausse alarme

En comparant les masques de détections obtenus à la vérité terrain (quatrième colonne de la fi-
gure 3.13), on peut noter que l’algorithme B permet une meilleure détection du défaut. Dans le même
temps, l’algorithme A donne une fausse alarme qui est certes proche du défaut, mais suffisamment séparée
pour être considérée comme une fausse alarme. L’algorithme B est lui sans fausse alarme. On peut donc
déduire que pour notre application, l’algorithme B donne de meilleurs résultats que l’algorithme A. Dans
ce contexte, notre méthode ROC souple permet une meilleure évaluation des performances de détection
des algorithmes.

3.6.1.2 évaluation des performances d’un algorithme sur deux types de défaut

Comme détaillé dans la section 3.4, l’analyse ROC peut être menée dans des cas où une classe est
sur-représentée, car le tpr et le fpr ne sont pas sensibles à une répartition des classes déséquilibrée, et c’est
un des principaux avantages de la méthode ROC. Ainsi, on peut utiliser cette méthode afin de comparer
les résultats d’un algorithme obtenus sur différents types de défauts, de taille et de forme différente.
La figure 3.15 montre les résultats d’un algorithme de détection sur les défauts appelés respectivement
«Lines»et «Spot». L’image du défaut, le résultat de la détection sur ce défaut (image en niveau de gris), le



78Chapitre 3. Détection automatique de défauts : objectifs et évaluation des performances

Fausses
alarmes

Masque des détections Vérité terrain

Spot

Lines

pixels non
détectés

Défaut
Sortie de l'algorithme

de détection

Figure 3.15 – Comparaison des performances de détection d’un algorithme sur les défauts Lines et Spot. La
première colonne montre l’image d’origine du défaut, sur laquelle est réalisée la détection. La seconde colonne est
la sortie de l’algorithme de détection (image en niveau de gris avec les parties détectées apparaissant en clair). La
troisième colonne est le seuillage de l’image précédente pour un seuil de décision donné. En surimpression de ces
images, on trouve les fenêtres d’observations (carrés gris) qui seront visualisées par l’expert pour vérification. La
dernière colonne représente la vérité terrain avec ces mêmes fenêtres d’observations. Pour le défaut Lines, quelques
unes de ces fenêtres sont des fausses alarmes.

Défaut AUC pixel à pixel AUC Theiler AUC souple

Lines 0.885 1 0.986
Spot 0.763 1 1

Table 3.5 – Mesures des AUC sur les défauts Lines et Spot calculées par trois méthodes différentes : pixel à pixel,
Theiler et souple

masque de détection (seuillage de l’image précédente) et la comparaison avec le masque de vérité terrain
sont représentés.

Afin de déterminer sur quel défaut l’algorithme est efficace, ses courbes ROC sont tracées pour la
méthode pixel à pixel, la méthode de Theiler et la méthode souple (voir figure 3.16). Les AUC correspon-
dantes sont données dans la table 3.5. A partir des résultats donnés par la méthode ROC pixel à pixel, on
pourrait dire que le défaut Lines est mieux détecté que le défaut Spot (son AUC associée est supérieure).
Aucune conclusion ne peut être tirée de la méthode de Theiler car les AUC sont trop proches de 1.

Dans beaucoup de cas pratiques, on observe que la méthode de Theiler n’est pas assez discriminante :
quasi systématiquement les performances de détection obtenues sont excellentes voire parfaites, nous
empêchant de faire une comparaison efficace. Finalement, si on se fie aux résultats donnés par la méthode
souple, on peut tirer une conclusion différente de celle donnée par la méthode pixel à pixel : le défaut
Spot semble mieux détecté que le défaut Lines.

Comme montré dans la figure 3.15, le défaut Spot est en fait mieux détecté que le défaut Lines par
l’algorithme. Sur cette figure, deux masques de détections ont été extraits (troisième colonne). Si on
considère le défaut Spot, quelques pixels ont été détectés au centre de ce défaut, sans générer de fausse
alarme. Pour l’expert humain qui vérifiera les pixels détectés à l’aide de fenêtres d’observation (boites
grises sur la figure 3.15), le défaut Spot sera entièrement détecté. Dans le même temps, en ce qui concerne
le défaut Lines, la figure 3.15 montre que ce défaut n’est détecté que partiellement. De plus, une fausse
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Figure 3.16 – Courbes ROC calculées avec les méthodes pixel à pixel, de Theiler, et souple pour les défauts Lines
(courbe noire) et Spot (courbe pointillée grise). La méthode pixel à pixel indique que le défaut Lines et mieux
détecté, alors que la méthode souple suggère une meilleure détection du défaut Spot. la méthode de Theiler ne
permet pas de discriminer les deux détections car elle les juge toutes deux parfaites.

alarme a été générée. Ce couple de masques de détection montre que dans notre contexte, l’algorithme
de détection évalué donne de meilleurs résultats sur le défaut Spot que sur le défaut Lines, ce qui est
la conclusion de notre méthode de comparaison ROC souple. L’utilisation de la méthode pixel à pixel
aurait conduit à une erreur de jugement. On peut donc en déduire que notre méthode souple est ici mieux
adaptée à notre besoin que la méthode classique pixel à pixel.

3.6.2 Calibration automatique des algorithmes de détection
Notre méthode de comparaison souple des masques introduite dans les paragraphes précédents peut

également être utilisée afin de régler automatiquement le seuil de décision des algorithmes de détection.
Ces algorithmes fournissent en sortie généralement des images en niveaux de gris où les pixels clairs
sont ceux détectés, et les pixels sombres sont des pixels de fond. Afin d’obtenir un masque de détection
assignant chaque pixel à la classe défaut ou fond, il faut régler un seuil de décision afin de binariser
l’image de détection.

Quand le masque de vérité terrain est connu, nous pouvons utiliser la méthodologie ROC pour régler
automatiquement ce seuil de décision à une valeur correspondant à un tpr et un fpr donné. Dans ce cas,
nous allons voir que l’utilisation de la méthode souple permet d’obtenir des masques de détection plus
cohérents avec les valeurs de tpr et de fpr choisies.

Si on considère les défauts introduits par la figure 3.6, nous voudrions l’image seuillée des images de
détection fournies par l’algorithme. Cette image seuillée doit correspondre à un tpr donné, par exemple
tpr = 100% (cible totalement détectée) avec un nombre minimum de fausses alarmes. C’est une image,
correspondant à un point de fonctionnement, typiquement observée afin d’évaluer les performances de
détection de l’algorithme. La figure 3.17 montre les images correspondant à un tpr = 100%, obtenues pour
les défauts amas et tache à profil gaussien, et calculées par deux méthodes de comparaison de masques :
pixel à pixel (voir section 3.5.1) et méthode souple (voir section 3.5.3).

Pour le défaut de type amas, la figure 3.17(b) met en évidence la très grande sensibilité de la méthode
pixel à pixel : pour avoir un tpr = 100% avec nos algorithmes de détection (images de la colonne de gauche
dans la figure 3.17), strictement tous les pixels composant le défaut doivent être détectés. Ainsi, on doit
se placer à un point de fonctionnement générant de nombreuses fausses alarmes, ce qui pourrait laisser
penser que l’algorithme fonctionne mal sur le défaut traité. Ce n’est pourtant pas le cas, et la méthode
de comparaison souple (figure 3.17(c)) permet d’éviter de telles erreurs d’interprétation : l’image seuillée
montre une détection excellente dans notre contexte (les pixels détectés sont suffisants pour détecter le
défaut dans sa totalité) avec seulement quelques fausses alarmes. La même conclusion peut être faite
avec les images seuillées des figures 3.17(e) et 3.17(f). Dans ces deux cas, la comparaison pixel à pixel
est trop contraignante sur la bonne localisation des détections, ce qui conduit à se placer à un point
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(a) Détection de l’amas (b) Masque de détection de
l’amas, méthode pixel à pixel

(c) Masque de détection de
l’amas, méthode souple

(d) Détection du défaut type
tache gaussienne

(e) Masque de détection de la
tache, méthode pixel à pixel

(f) Masque de détection de la
tache, méthode souple

Figure 3.17 – Image seuillée pour un tpr = 100% selon deux méthodes de comparaison de masques : pixel à pixel
et méthode souple. La méthode pixel à pixel donne une image avec trop de détections, conduisant à un fort taux
de fausse alarme. A l’inverse, la méthode souple fournit une image où la cible est effectivement détectée (nous
n’avons pas besoin de plus de pixels détectés pour identifier les deux cibles), avec beaucoup moins de fausses
alarmes.

de fonctionnement où trop de pixels sont détectés (et donc avec trop de fausses alarmes) alors que la
méthode souple donne des images seuillées satisfaisantes.

3.7 Commentaires et extensions possibles de la méthode
La méthode souple développée dans ce chapitre est un premier pas vers une comparaison haut niveau

des masques, en opposition à l’aspect bas niveau de la méthode pixel à pixel, qui est bien adaptée à la tâche
d’aide à l’inspection visuelle d’une image. Quelques améliorations immédiates peuvent être envisagées.

Tout d’abord, pour le calcul du taux de fausse alarme, on pourrait prendre en considération la taille des
AOIs qui seront présentées à l’expert pour vérification visuelle. Notre méthode réalise un décompte pixel
à pixel des fausses alarmes, ce qui correspondrait à une inspection pixel à pixel de ces fausses alarmes, i.e.
l’expert utilise des AOIs de 1× 1 pixels. Nous devrions plutôt considérer la vraie dimension des fenêtres
d’observations du système d’inspection de manière à rassembler les fausses alarmes proches en une seule
fausse alarme, puisque c’est tel qu’elles seront vues par l’expert. Ceci peut être fait en divisant l’image en
fenêtres carrées de même taille que les AOIs réellement utilisées, et en dénombrant le nombre de fenêtres
où apparaissent des fausses alarmes. Le nombre de fausses alarmes serait ainsi exactement le nombre
de fois où une AOI sans défaut serait présentée à l’expert. En suivant la même idée, on peut également
réaliser une dilatation des pixels de fausse alarme d’un facteur de la taille des AOIs afin de fusionner les
fausses alarmes suffisamment proches en une seule fausse alarme. Dans ce cas, il faut cependant gérer le
problème de normalisation afin d’obtenir le taux de fausse alarme.

Dans un second temps, dans notre approche le tpr a été normalisé par le nombre Pde pixels défectueux
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dans l’image (voir l’équation 3.7). Ce choix a été fait afin de garder une interprétation rapide de ce
taux, mais ceci peut être trop restrictif dans certains cas. Si on considère une image contenant deux
défauts : un de grande taille et un défaut ponctuel (un seul pixel défectueux). Un algorithme de détection
qui détecterait correctement le premier défaut mais manquerait le second atteindrait néanmoins un tpr
relativement élevé alors qu’il aura manqué un défaut. Afin d’éviter ce genre de situation contradictoire,
il faudrait adopter une approche de normalisation encore plus orientée objet : le tpr serait calculé pour
chaque cible (et donc à chaque fois normalisé par le nombre de pixel de la cible) et le tpr global sur
l’image serait déterminé en moyennant les taux obtenus pour chacune des cibles de l’image. Ainsi, les
cibles de tailles différentes avec la même part de pixels détectés auraient le même impact sur la valeur
globale du taux de bonne détection. De plus, si la taille de l’AOI est connue, on pourrait également définir
un facteur de dilatation constant pour effectuer la dilatation du masque de détection cohérent avec cette
taille caractéristique d’observation.

Pour conclure, plusieurs améliorations de la méthode souple peuvent être réalisées en utilisant une
connaissance a priori du système de détection. Cependant, l’évaluation globale des performances demeure
inchangée (dilatation du masque de vérité terrain et du masque de détection).

3.8 Conclusion
La méthode exposée dans ce chapitre fournit un outil permettant de comparer les algorithmes de

détections d’une manière facile et cohérente. En effet, plutôt que de réaliser une comparaison pixel à pixel
des objets, nous utilisons une approche morphologique permettant de favoriser les systèmes réalisant une
détection non exhaustive mais néanmoins efficace sur chacun des défauts à détecter. Dans la suite de
l’étude des algorithmes de détection, nous utiliserons l’outil des courbes ROC, couplé à notre méthode
de comparaison souple des masques, afin de comparer leurs performances et de se doter d’une mesure
objective, via l’aire sous la courbe ROC, de ces performances. En pratique, cette procédure est un peu
plus lente que la comparaison pixel à pixel, mais le coût est supportable car les calculs les plus lourds
(calcul des facteurs de dilatation) ne sont effectués qu’une seule fois par tracé de courbe ROC. Enfin,
la procédure définie s’adapte automatiquement à la taille et la forme des défauts, et ne nécessite aucun
réglage de paramètre ce qui en fait un outil très efficace pour traiter le large spectre de défauts que nous
avons à détecter.
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Chapitre 4

Méthodes de détection de défauts

Abstract

L’étape de détection est un élément fondamental du contrôle qualité des images. Dans les cas réels, il
faut appliquer cette détection avec peu d’a priori sur la nature des défauts à détecter, puisqu’une image peut
contenir une variété importante de défauts. Dans ce chapitre, nous nous attachons à améliorer la brique
de détection proposée dans la partie précédente. A partir d’un jeu de défauts synthétiques, représentatifs
de la variété des défauts pouvant être observés dans le cas réel, plusieurs méthodes de détection sont
proposées. A chaque fois, les performances des méthodes sont comparées aux meilleures performances
constatées avec les méthodes décrites précédemment, à l’aide de la méthodologie ROC décrite dans le
chapitre 3. La dernière méthode exposée, la méthode dite de la moyenne statistique pondérée, donne de
bons résultats sur une large gamme de défauts. Néanmoins, des améliorations de cette méthode dans le
cas des images réelles doivent être envisagées, notamment via une implémentation multi-échelle et une
fusion des résultats issus de plusieurs algorithmes de détection.
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4.1 Objectifs de la détection de défauts
Nous avons vu dans le chapitre 2 une méthode de détection relativement basique permettant de

détecter les défauts présentant soit des pixels de niveaux très atypiques, soit des zones dont la moyenne
locale ou la variance locale est atypique par rapport au reste de l’image. Nous avons également vu que
dans certains cas, cette technique ne parvient pas à détecter correctement les défauts. C’est notamment le
cas pour les défauts présentant des niveaux de gris proches de celui du bruit de fond, mais étant visibles
par la corrélation spatiale qu’ils présentent. La figure 4.1 donne quelques exemples de défauts présents
sur des images réelles.

Dans ce chapitre, nous allons détailler plusieurs techniques de détection permettant d’améliorer les
performances de détection notamment sur des défauts présentant des structures corrélées spatialement.
Afin de mesurer l’amélioration de performance réalisée, nous comparerons à chaque fois les résultats
obtenus à ceux de la méthode présentée dans le chapitre 2.

Pour cela, on se munit d’échantillons de défauts synthétiques. Dans ces échantillons, le bruit de fond
est blanc. On se place ainsi dans un cas particulier de contexte, correspondant à une image acquise sans
dose de rayons X. Ce choix se justifie d’abord par la diversité de bruit qu’on peut rencontrer sur les
images des détecteurs de la gamme Trixell : on observe une grande variété des fonctions de transfert des
détecteurs en fonction du modèle (variation de la taille du pixel, variation des techniques d’assemblage)
et en fonction du mode d’acquisition. Il faut donc faire un choix de manière à se trouver toujours en
présence du même type de bruit. On a choisi le bruit blanc.

Afin de compléter l’étude des algorithmes de détection, il serait utile de voir comment varient leurs
performances lorsqu’on fait varier le spectre du bruit. Cette étude n’a pas été conduite dans le cadre de
cette thèse, où nous avons plutôt privilégié le développement de plusieurs algorithmes de détection.

On veut développer une nouvelle méthode de détection qui a les caractéristiques suivantes :
– elle ne nécessite pas d’information a priori sur la forme ou la taille du défaut,
– elle détecte tous les défauts visibles à l’œil nu,
– elle estime de manière assez fiable la forme des défauts détectés : une tolérance est acceptée puisqu’on
se contenterait de détecter un ou plusieurs pixels au centre de chaque défaut, les étapes suivantes
(notamment celle de localisation et de débruitage) se chargeant de réaliser une estimation du défaut.
En pratique, on souhaite simplement que la détection puisse permettre à un observateur humain
de retrouver rapidement dans l’image le défaut associé.

– elle génère très peu de fausses alarmes : le nombre de fausses alarmes ciblé est d’une fausse alarme
pour cent images traitées. Ce taux correspond à une contrainte d’utilisation industrielle, où chaque
fausse alarme génère une perte de temps.

La stratégie que nous avons adoptée pour traiter le problème est la suivante : étant donnée la généricité
demandée, nous avons testé plusieurs méthodes dans l’optique que chaque type de défaut soit bien détecté
par au moins une de ces méthodes. Par la suite, grâce à la palette d’algorithmes ainsi constituée, une

Figure 4.1 – Exemples de défauts sur images réelles
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(a) Lines (b) Image (c) Spot (d) HigherNoise (e) Oscillations

Figure 4.2 – Masque des défauts synthétiques

(a) Lines (b) Image (c) Spot (d) HigherNoise (e) Oscillations

Figure 4.3 – Défauts synthétiques

stratégie de fusion peut permettre de former un détecteur efficace sur tout type de défaut.

4.1.1 Données de test
Afin de tester les méthodes de détection développées, nous avons construit une banque de cinq défauts

synthétiques, de taille 128× 128 pixels, représentatifs des défauts pouvant être rencontrés sur des images
réelles. Les masques de ces défauts sont représentés sur la figure 4.2 : le fond de l’image est représenté en
gris et la zone de défauts en plus clair ou plus sombre.

Ces masques ont ensuite été bruités par un bruit additif blanc gaussien (voir figure 4.3). Les masques
des défauts ont été construits de différentes manières :

– les défauts Lines et Image sont constitués d’une zone claire uniforme de forme variable,
– le défaut spot est constitué d’une zone circulaire claire à contours flous (profil gaussien),
– le défaut Highernoise est constitué d’une zone circulaire contenant un bruit gaussien de variance
plus élevée que le fond,

– le défaut Oscillations a été construit à partir d’une zone rectangulaire constitué de segments hori-
zontaux de niveau constants, la valeur de ces segments variant selon l’axe vertical. Cette variance
est supérieure à celle du bruit de fond (voir table 4.1).

En notant F la variable aléatoire représentant les pixels du fond et D la variable aléatoire représentant
les pixels du défaut, on peut calculer les moyennes µF et µD, ainsi que les écarts-type σF et σD. A titre
indicatif, on peut également calculer un rapport statistique, le ratio de Fisher F(D,F ) définit dans [17]
par :

F(F,D) = (µF − µD)2

σ2
F + σ2

D

(4.1)

On peut également calculer un rapport signal à bruit classique :

RSBdB(F,D) = 10 log10
(µD − µF )2

σ2
F

(4.2)

Les valeurs de ces différentes mesures statistiques sont restituées dans le tableau 4.1. Le ratio de
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Défauts µF σF µD σD RSB (dB) F(F,D)
Lines 127,96 34,96 186,09 39,64 4,42 1,21
Image 127,38 42,43 188,77 39,64 3,21 1,10
Spot 127,35 42,43 156,38 43,33 -3,30 0,23
Oscillations 127,35 42,47 128,20 58,80 -33,94 0,00
HigherNoise 127,35 42,43 125,97 66,90 -29,76 0,00

Table 4.1 – Mesures statistiques sur les défauts synthétiques. Les ratio de Fisher des défauts Oscillations et
HigherNoise sont quasi nuls (respectivement de l’ordre de 10−6 et 10−4).

Fisher est une mesure permettant de traduire la «séparabilité statistique»de F et D 1. Cette mesure est
le critère à optimiser, utilisé en analyse discriminante, afin de séparer deux populations. Utilisé comme
ici, il mesure la séparabilité des deux populations F et D par simple seuillage.

En observant attentivement ces défauts et les mesures associées, on constate que les pixels de défauts,
pris individuellement, ne sont pas facilement différentiables du fond. En effet, leur valeur peut tout à
fait être une valeur prise par la variable aléatoire F . Ce qui rend ces défauts visibles est leur agencement
spatial, leur corrélation spatiale, qui est interprétée par l’œil. Les niveaux de RSB des défauts synthétiques
confirment ce qu’on observe visuellement : les défauts sont au niveau du bruit de fond, d’où les RSB très
faibles constatés. On peut considérer que les défaut sont repartis en deux classes distinctes :

– les défauts ponctuels : un pixel isolé qui possède une luminosité aberrante qui le rend visible par rap-
port à la texture de fond. Ces défauts sont facilement détectables par un simple seuillage s’appuyant
sur une connaissance limitée de la statistique du fond de l’image.

– les défauts corrélés : un agencement de plusieurs pixels qui, interprété par l’œil, est identifié comme
une structure différente du fond de l’image.

Les méthodes de détection développées dans ce chapitre auront pour objectif de détecter la deuxième
classe de défauts.

4.2 Introduction aux méthodes de détection

4.2.1 Les méthodes classiques de détection ou de segmentation

La tâche de détection de défauts ou d’objets dans une image a été la cible de nombreuses études
issues principalement de la communauté du contrôle qualité. On peut classer les travaux réalisés en six
catégories :

– les méthodes à base de détection de contour : leur but est de détecter les objets en cherchant les
contours séparant ces objets du fond de l’image,

– les méthodes d’extraction d’attribut (suivies ou non d’une classification) et les méthodes d’extrac-
tion d’objet dans des textures : elles s’appuient sur une connaissance de la texture du fond de
l’image pour détecter ses irrégularités, caractéristiques de la présence d’un objet,

– les méthodes à base de changement d’espace de représentation : leur but est de transformer l’image
d’origine par changement d’espace de représentation. Dans ce nouvel espace, la détection peut être
plus aisée,

– les méthodes de segmentation : watershed, contours actifs, segmentation markovienne : elles ont

1. La mesure de visibilité à proprement parlée fera l’objet du chapitre suivant. Nous ferons juste remarquer que la
comparaison des valeurs de ce ratio et des valeurs de visibilité que pourrait donner un observateur humain justifie le besoin
d’une mesure de visibilité plus adaptée. En effet, les défauts aux ratio de Fisher les plus faibles ne sont pas forcément les
moins visibles (c’est le cas du défaut Image). Néanmoins, ce chiffre permet de rendre compte, d’une manière statistique, de
la difficulté de détection de certains défauts synthétiques.
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pour but soit de séparer un ou des objets du fond de l’image, soit de réaliser une partition entière
d’une scène.

Il existe bien sûr d’autres types de méthodes de détection ou de segmentation ne pouvant être classées
dans ces catégories, mais ce sont généralement des méthodes très spécialisées (notamment type de défaut
connu et modélisé).

Pour chaque catégorie, nous allons donner les principes des méthodes présentes dans la littérature en
citant quelques références particulièrement axées sur notre problématique de détection de défauts.

4.2.1.1 Détection de contours

Les méthodes dérivatives Les méthodes à base de détection de contour sont les plus anciennes,
et généralement simples à appliquer. Le principe est de détecter le contour de l’objet. Les premières
méthodes de détection de contour développées s’appuient sur le calcul d’une approximation du gradient
de l’image, afin de détecter les discontinuités d’intensité. Si on représente l’image sous la forme d’une
fonction f définie dans le plan de l’image, ces méthodes cherchent typiquement à détecter les maxima
locaux de la norme du vecteur gradient −→G avec :

−→
G =

 ∂f
∂x

∂f
∂y

 (x, y) (4.3)

Dans les zones de transition entre le fond et l’objet à détecter, la norme de −→G est censée être élevée
par rapport à sa valeur dans les zones de fond. Par cette méthode, on peut donc déterminer les pixels de
contours (ce sont les maxima locaux de

∥∥∥−→G∥∥∥) ainsi que leur orientation (les contours suivent les lignes
perpendiculaires au gradient).

Pour une image numérique, la difficulté repose sur l’estimation de −→G , i.e. sur l’estimation des dérivées
partielles de f . Pour cela, on utilise classiquement les masques définis par L. Roberts [77], Prewitt [75]
et Sobel [81].

Selon le type de contours présents dans l’image, on utilisera les masques horizontaux et verticaux, ou
diagonaux. Dans les deux cas, on obtient les deux composantes vectorielles du gradient, qui sont utilisées
dans le calcul de sa norme. En pratique, on effectue sur l’image un prétraitement de type lissage avant
d’appliquer les masques de Prewitt ou de Sobel, afin de limiter les fausses détections de contours liées au
bruit.

Cette technique est également utilisé dans l’algorithme développé par J. Canny [14] Cet algorithme
utilise les propriétés du gradient exposées ci-dessus, et implémente une phase de construction de contour
plus élaborée, visant à produire des contours fins et mieux localisés. L’objectif de cet algorithme est de :

– minimiser le taux d’erreur (contours non détectés et détection de faux contours)
– bien localiser les contours (minimiser la distance entre contours détectés et contours réels)
– avoir unicité de la réponse du filtre à un contour (stabilité)
En pratique, l’algorithme de Canny peut être implémenté en quatre étapes. La première consiste à

filtrer l’image dont on veut détecter les contours par une gaussienne 2. La seconde étape correspond au
calcul de l’image de gradient. On calcule en chaque point la norme du vecteur gradient estimée à l’aide
de masques dérivatifs. La troisième étape, appelée « suppression des non-maxima » vise à former des
contours plus fins. Enfin, la dernière étape permet de fermer les contours, par un seuillage à hystérésis.

La fig 4.4 présente les résultats de l’algorithme de Canny sur plusieurs images de défauts synthétiques.
Le jeu de paramètres choisi pour l’algorithme de Canny a été réglé empiriquement pour obtenir le meilleur
résultat possible simultanément sur les cinq défauts testés (i.e. le jeu de paramètres est le même pour les
cinq images résultats présentées).

2. La variance de cette gaussienne sera choisie selon le niveau de bruit dans l’image et le type de contours que l’on
veut extraire : si l’image est très bruitée, ou si on veut détecter seulement les contours basse fréquence, on utilisera une
gaussienne à faible variance
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(a) Défaut Lines (b) Défaut Image (c) Défaut Spot (d) Défaut HigherNoise

(e) Canny sur Lines (f) Canny sur Image (g) Canny sur Spot (h) Canny sur HNoise

Figure 4.4 – Résultats de l’algorithme de Canny sur quelques défauts synthétiques

On constate naturellement que l’algorithme de Canny, bien que donnant un résultat honorable sur
le défaut Spot (fig 4.4(g)), est loin d’être optimal pour notre problème, puisqu’il génère de nombreuses
fausses alarmes qui se situent de surcroît relativement loin du défaut à détecter.

L’algorithme de Canny est le plus utilisé pour la détection de contours, même si il existe certaines
alternatives. On citera notamment Lim [56] qui s’appuie sur une approche statistique afin de trouver le
contour d’un objet en considérant une vignette de l’image que l’on cherche à séparer en deux classes (fond
et objet) à partir de la simulation de contour séparant ces deux classes.

Toutes ces méthodes s’appuient sur le calcul du gradient −→G de l’image, ce qui est responsable des
mauvais résultats constatés sur la figure 4.4. En effet, dans notre cas le fond n’est pas uniforme mais
fortement bruité, et le rapport signal à bruit n’est pas suffisant pour que l’information contenue par −→G
soit pertinente.

Les méthodes statistiques Une autre classe d’algorithmes se révèle particulièrement intéressante pour
détecter, notamment, des contours, mais également toutes configuration particulière de pixels pouvant
trahir la présence d’un défaut. Ces méthodes utilisent d’abord la théorie des gestalts [21] qui donne un
ensemble de configurations géométriques particulières susceptibles d’être interprétées par l’œil. On trouve
notamment dans ces configuration les alignements de pixels, et les taches. On utilise alors une statistique
afin de tester la probabilité des gestalts, connaissant la valeur des pixels les composant et la loi qu’ils sont
censés suivre. Cette technique est connue sous le nom de principe de Helmholtz [20, 22]. On obtient alors
une méthode de détection par recherche d’une configuration connue de pixels, et comparaison statistique
de l’occurrence de la configuration trouvée à un seuil dépendant du taux de fausse alarme. Ce taux de
fausse alarme est un paramètre de la méthode. Dans le cas où la variable aléatoire régissant le niveau des
pixels est indépendamment et identiquement distribuée selon une loi uniforme, ce taux de fausse alarme
est calculable analytiquement et permet de régler le système de détection de manière très simple. Le cas
d’autres lois de probabilité a été également étudié [37]. Néanmoins, la méthode de détection ainsi définie
souffre d’inconvénients dont il faut apporter des solutions dans le cadre d’une utilisation industrielle. Le
principal est qu’il ne semble pas y avoir d’implémentation rapide permettant d’éviter le test exhaustif
de toutes les structures recherchées. Cette recherche exhaustive n’est pas réalisable pour le traitement
d’images de grande taille.

Une méthode analogue a été testé sur une banque de huit défauts synthétiques englobant les défauts
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synthétiques présentés en début de chapitre. Afin de s’affranchir du problème de recherche de gestalts,
l’image à analyser était seuillée à deux fois l’écart-type du bruit puis dilatée afin de définir des ensembles
connexes de pixels détectés. Sur chaque ensemble, un test du type principe de Helmholtz a été réalisé
pour savoir si cet ensemble devait être détecté ou non. Les résultats ont permis de conclure que la
méthode n’était pas assez sensible pour détecter des configurations de pixels ne s’adaptant pas au noyau
de dilatation. En particulier, avec le noyau carré choisi, il s’est révélé impossible de détecter des structures
linéaires.

4.2.1.2 Méthodes d’extraction d’attributs

Une autre classe de méthodes couramment utilisée est constituée d’algorithmes cherchant à différencier
les pixels de défaut des pixels du fond à l’aide de critères qui peuvent être statistiques ou spectraux. Les
critères statistiques simples pouvant être utilisés sont ceux de la moyenne et de la variance. Le principe
est de comparer la valeur moyenne ou la variance du voisinage d’un pixel à celle de l’image entière. On
peut par exemple former le ratio moyenne locale

moyenne référence ou variance locale
variance référence . La référence est calculée soit sur

toute l’image, soit sur un voisinage étendu autour du pixel traité dans les cas où l’image est de grande
taille, afin de limiter les effets de non-stationnarité du fond. L’étape finale consiste à prendre une décision
(par seuillage en général) sur la nature de chaque pixel selon la valeur du ratio de moyenne ou de variance
associé. Cette méthode correspond à celle décrite dans le chapitre 2 pour la détection.

De manière moins triviale, on peut utiliser, selon le même principe, les statistiques d’ordre supérieur
pour réaliser la détection. On calcule alors le skewness (moment d’ordre 3) et le kurtosis (moment d’ordre
4) locaux. Pour un bruit gaussien, ces quantités sont nulles, ce qui permet de ne pas avoir à calculer de
valeur de référence si le défaut est plongé dans un bruit gaussien. On rappelle les définitions du skewness
SX et du kurtosis 3 KX pour une variable aléatoire X :

SX = µ3(X)

µ
3
2
2 (X)

(4.4)

KX = µ4(X)
µ2

2(X) − 3 (4.5)

où µk(X) = E
[
(X −X)k

]
est le moment centré d’ordre k de X, X̄ étant la moyenne de X.

Physiquement, le skewness est une mesure de l’asymétrie de la densité de probabilité PX de X par
rapport à sa moyenne et le kurtosis mesure l’aplatissement de cette densité par rapport à une densité
gaussienne. Ainsi, pour une variable aléatoire suivant un loi gaussienne, SX = 0 et KX = 0. Pour une
étude plus complète de ces statistiques d’ordre supérieur, se référer à [53].

L’utilisation de ces statistiques d’ordre supérieur (notées SOS) sur des simulations d’images radiogra-
phiques a été testée par F. Maussang [66]. Avec les mêmes méthodes, les SOS peuvent être avantageuse-
ment utilisées pour la détection d’objets enfouis sur des images sonar fortement bruitées [65].

Nous avons appliqué ces critères à notre problématique de détection des défauts synthétiques. Les
résultats seront présentés en section 4.4.

D’autres méthodes de détection de défauts font l’objet de nombreuses études : il s’agit des méthodes de
détection utilisées dans un contexte industriel de contrôle qualité qui utilise l’aspect texturé des surfaces
à inspecter (structures tissées, structures de bois, . . . ). Dans [51], A. Kumar dresse une synthèse des
différentes méthodes de détection de défauts sur fond texturé et applique une méthode à base de filtres
linéaires à réponse impulsionnelle finie (RIF). Dans cette méthode l’information a priori sur la texture du
fond, et notamment la fonction d’autocorrélation de cette texture, est largement utilisée. Dans notre cas,
la texture de fond, à savoir un bruit, contient très peu d’information ce qui rendra inefficace toute méthode
s’appuyant sur des informations de texture. Néanmoins, il faut avoir connaissance de ces méthodes dans le
cas où on voudrait par exemple détecter les défauts dans des images intermédiaires où peuvent apparaître

3. Appellation prise par abus de langage. En fait il s’agit de l’excès de kurtosis
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des structures connues à l’avance.

4.2.1.3 Méthodes de changement d’espace de représentation

Une méthode particulièrement efficace pour détecter tout type de défaut est de changer l’espace de
représentation de l’image pour passer dans un espace adapté au défaut à détecter, dans lequel ce défaut
sera porté par un faible nombre de coefficients, et serait donc facilement détectable. Un exemple bien
connu de ce principe est réalisé par la méthode dite du filtrage adapté, où on se sert d’une connaissance
a priori du défaut à détecter pour fabriquer un filtre RIF qui est utilisé pour filtrer l’image. La présence
d’un défaut du type recherché est alors détectable sur un nombre très réduit de coefficients, dans le cas
idéal sur un seul point de l’image résultat. Cette méthode de détection optimale n’est pas utilisable dans
notre cas puisqu’on ne dispose pas de modèle du défaut à détecter. De plus il peut y avoir plusieurs défauts
hétéroclites dans une seule image. Dans ce cas général, on peut chercher à décomposer le signal à détecter
dans la base la mieux adaptée, i.e. la base qui offrira une représentation la plus «parcimonieuse»possible
du défaut. Par abus de langage, on entend par représentation parcimonieuse que la nouvelle base permette
la décomposition du défaut sur un nombre significativement plus faible de vecteur de base (donc avec
plus de coefficients nuls) que la base de représentation d’origine.

Outre la base de représentation naturelle des images (base de diracs), on peut citer la classique base
de Fourier (base d’exponentielles complexes) qui est adaptées à la représentation des signaux périodiques.
Dans notre cadre de détection, ces deux bases sont peu intéressantes : seuls les défauts de type pixels
isolés sont vraiment détectables directement dans la base naturelle, alors que la base de Fourier est
difficilement utilisable pour la détection car il y est difficile de séparer le fond bruité de l’image (non
texturé il est réparti sur l’ensemble des vecteurs de la base de Fourier) du défaut. Le défaut a en général
une représentation peu parcimonieuse dans Fourier.

Une autre base de représentation particulièrement intéressante dans le cadre de la détection est la
base d’ondelettes. Elle permet la représentation parcimonieuse de signaux compacts en localisation et
en fréquence, ce qui est le cas des défauts qu’on veut détecter. De plus, la multitude de vecteurs de
base possibles permet d’adapter la décomposition aux types de signaux à détecter, sans trop perdre en
généricité. La transformation en ondelettes [61], théorie développée au début des années 1980 par Morlet
puis largement popularisée dix ans plus tard notamment par Daubechies [18], a connu depuis un fort
développement grâce à la mise au point d’algorithmes de calcul rapides et efficaces par banc de filtres.
Pour notre application, nous avons élaboré une méthode de détection dans une base d’ondelettes : le
principe et les résultats sont exposés en section 4.5.

D’autres transformations sont appliquées de manière classique en détection. On peut citer la trans-
formée de Hough [43], qui permet de détecter des lignes par projection dans un espace de paramètres
(typiquement : angle de la droite dans le plan de l’image et un paramètre d’offset). Cette transformée se
montre très efficace pour la détection de lignes de grande taille puisqu’elle transforme ces lignes en un
point dans l’espace des paramètres. Cependant, cette transformée n’est pas adaptée à notre problématique
car :

– elle n’est vraiment adaptée qu’à la détection de lignes ou de cercles,
– elle nécessite que les lignes à détecter soient de grande dimension par rapport à celle de l’image, de
manière à être suffisamment robuste au bruit,

– la transformée de Hough est non-réversible dans un cadre général (image en niveaux de gris) : en
particulier, les segments détectés dans la base de Hough ne peuvent pas être différenciés des droites
parcourant toute l’image.

4.2.1.4 Les méthodes de segmentation

Enfin, une dernière classe de méthodes peut être identifiée : les méthodes de segmentation d’objets.
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Une segmentation de R2 est une partition P de R2 avec :{
P = {Pi}i=1...n

∀ (i, j) ∈ N2, i 6= j, Pi ∩ Pj = ∅

De nombreuses méthodes de segmentation existent, la plupart ayant pour but de décomposer la scène
représentée en objets. Ici, notre problématique est différente car on veut extraire les défauts d’une image
en présence d’un fond bruité. Dans ce cas, les méthodes de segmentation les plus adaptées sont celles
orientées segmentation d’objet et non de scènes complètes. Dans le cadre de ces travaux, deux méthodes de
segmentation ont été testées via des partenariats avec des équipes expertes dans leurs domaines respectifs :
la segmentation par snakes statistiques [32, 73] avec la société KaoLab, et la segmentation par champs de
Markov [33, 74] avec l’INRIA Rhône-Alpes. Les résultats obtenus par ces deux méthodes seront présentés
en section 4.9.

4.3 La méthode de base : seuillage direct de l’image
La méthode classique de détection, qu’on va prendre comme méthode de base, consiste en un simple

seuillage de l’image. On va choisir un seuil s, et on va décider pour chaque pixel (i, j) de l’image I :{
(i, j) ∈ D si |I(i, j)− µ̂| ≥ sσ̂
(i, j) ∈ F sinon

(4.6)

où µ̂ et σ̂ sont respectivement la moyenne et la variance du bruit de fond estimées. Cette estimation
peut soit s’appuyer sur une connaissance a priori, soit être le résultat de l’estimation sur l’image traitée,
comme c’est généralement le cas dans nos applications. Afin d’être plus robuste à la présence de défauts,
on utilise, comme dans le chapitre 2, les estimateurs robustes (voir l’équation 2.11).

Les courbes ROC de la détection des cinq défauts synthétiques, par la méthode de seuillage simple,
sont représentées sur la figure 4.6. On représente également les images issues de cette détection sur la
figure 4.5. On trouve sur cette figure les images en sortie de l’algorithme de détection (sur la deuxième
ligne). A partir de ces images, on détermine le seuil de décision conduisant à un taux de fausse alarme nul,
puis à un taux de bonne détection de 100% (respectivement quatrième et cinquième ligne). On constate
que les artefacts sont globalement mal détectés, ce qui prouve que la tâche de détection est ardue. En
particulier, les défauts Image et Lines sont très mal détectés. Les défauts Spot et Oscillations sont assez
bien détectés tant qu’on se contente d’un taux de bonne détection du défaut réduit. Par contre, pour une
identification plus complète du défaut, on constate qu’il faut tolérer un nombre très important de fausses
alarmes (voir cinquième ligne de la figure 4.5).

Cet algorithme trivial va servir de base de comparaison pour les autres algorithmes de détection que
nous allons détailler.

4.4 Méthodes à base de statistiques locales : moyenne, variance,
skewness et kurtosis

4.4.0.5 Principe

Le but des méthodes à base de statistiques locales est de détecter les défauts à l’aide d’un changement
localisé d’une mesure statistique induit par la présence d’un défaut. Le principe est le suivant : on va
parcourir pixel par pixel l’image à analyser et calculer pour chaque pixel une statistique locale sur un
voisinage à définir, qu’on va comparer à la même statistique calculée sur toute l’image ou sur un voisinage
étendu, qui sera appelée statistique de référence. Dans toute la suite, on prendra les notations suivantes :

– I(i, j) l’image à analyser,
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(a) Lines (b) Image (c) Spot (d) HigherNoise (e) Oscillations

(f) Lines (g) Image (h) Spot (i) HigherNoise (j) Oscillations

(k) Lines (l) Image (m) Spot (n) HigherNoise (o) Oscillations

(p) Lines (q) Image (r) Spot (s) HigherNoise (t) Oscillations

Figure 4.5 – Résultats de la méthode de seuillage simple. Première ligne : les images des défauts synthétiques à
détecter. Deuxième ligne : les images, en niveaux de gris, issues de l’algorithme de détection. Les pixels brillants
sont ceux considérés comme des défauts. Troisième ligne : le masque binaire issu de la détection, pour un taux de
fausse alarme nul. Quatrième ligne : le masque binaire issu de la détection, pour un taux de bonne détection de
100%.
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Figure 4.6 – Courbes ROC pour la méthode de détection par seuillage simple

– V I(i, j) un voisinage du pixel I(i, j),
– Moy(V I(i, j)) est la moyenne sur le voisinage V I(i, j),
– MoyRef(i, j) la moyenne de référence au point (i, j),
– V ar(V I(i, j)) est la variance sur le voisinage V I(i, j),
– V arRef(i, j) la variance de référence au point (i, j),
– Skew(V I(i, j)) est le skewness (voir eq 4.4) sur le voisinage V I(i, j),
– Kurt(V I(i, j)) est le kurtosis (voir eq 4.5) sur le voisinage V I(i, j).

4.4.1 Description de l’algorithme

Les algorithmes de détection à base de statistiques locales ont une structure commune représentée par
la fig 4.7. On trouve en entrée :

– Image d’origine : image brute de taille N ×M pixels contenant le ou les défauts à détecter
– d : paramètre contrôlant la taille du voisinage à considérer pour le calcul des statistiques locales.
Le voisinage retenu sera de taille (2d+ 1)× (2d+ 1)

– Image ref : image de même taille que l’image d’origine contenant une mesure statistique de référence
au pixel (i, j). Cette mesure de référence contient en général la statistique sur un voisinage étendu
(de taille (2D + 1)× (2D + 1) avec D � d)

Les blocs de calculs intervenant dans ces méthodes peuvent être décrits comme suit :
– Extraction voisinage : extrait un voisinage centré autour du pixel d’indice (i, j)
– Calcul de la statistique : sur le voisinage extrait, on calcule une statistique (moyenne, variance,
skewness ou kurtosis)

– Division par la statistique de référence : la valeur de la statistique précédemment calculée est divisée
par la valeur de référence

– Écriture dans l’image résultat : le résultat du rapport précédent est affecté au pixel d’indice (i, j)
dans l’image résultat

En sortie, les méthodes de détection fournissent une image dans laquelle les zones anormales appa-
raîtront en clair (valeurs élevées) et les zones assimilables au fond en sombre (valeurs aux alentours de
1).
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Seuillage Moyenne Locale Variance Locale Skewness Local Kurtosis Local
HigherNoise 0,999 0,984 1,000 0,842 0,822
Image 0,931 0,856 0,810 0,663 0,640
Lines 0,964 0,795 0,841 0,661 0,445
Oscillations 0,998 0,995 0,998 0,889 0,924
Spot 0,998 1,000 0,995 0,917 0,879

Table 4.2 – Aires sous courbe ROC des méthodes de détection par statistique locale

La détection par statistique locale est très proche de la méthode de détection définie dans le chapitre 2 :
cette dernière méthode coïncide avec la détection par moyenne locale ou variance locale 4.

Le calcul de la statistique de référence nécessite l’utilisation d’estimateurs robustes de la moyenne,
de la variance, du skewness et du kurtosis. Les estimateurs robustes de la moyenne et de la variance ont
été donnés dans les chapitres précédents (voir équation 2.11). Pour les estimations robustes du skewness
et du kurtosis, nous avons utilisé respectivement les estimateurs de Bowley [11] et de Moors [71]. Ces
estimateurs s’avèrent particulièrement robustes en présence d’échantillons atypiques [50].

ŜX = Q3 +Q1 − 2Q2

Q3 −Q1
(4.7)

K̂X = (O7 −O5) + (O3 −O1)
O6 −O2

− 1.23 (4.8)

où Qi est le ième quartile, et Oj est le j ème octile de l’échantillon X. Soit F la densité de propabilité de
la loi de X, et F−1 sa fonction réciproque (fonction de répartition), on a :

Ei = F−1
(
i

4

)
Oj = F−1

(
j

8

)

4.4.2 Résultats sur défauts synthétiques
Les figures 4.8 et 4.9 montrent les résultats de la détection par statistique locale pour les cinq défauts

synthétiques et pour quatre mesures statistiques : moyenne, variance, skewness et kurtosis. Les calculs
ont été réalisés pour une taille de fenêtre d’analyse de 15× 15 pixels, comme pour la méthode de détection
décrite dans le chapitre 2.

Dans chaque cas, la statistique de référence a été calculée à l’aide des estimateurs robustes sur toute
l’image, tandis que la statistique locale est calculée sur un voisinage de 15 × 15 pixels autour du pixel
traité.

Pour chacune des quatre mesures, on représente d’abord l’image en niveaux de gris (figure 4.8), en
sortie des algorithmes de détection, où les zones de défauts sont en clair. On a également représenté les
images seuillées correspondant à un taux de fausse alarme nul (figure 4.9).

Sur les images synthétiques, les résultats obtenus sont globalement mauvais. De manière ponctuelle,

4. Dans ce chapitre, comme les images traitées sont de petite taille, nous avons choisi de normaliser chaque statistique
par une référence calculée sur toute l’image. La statistique est alors normalisée par division par cette référence. Dans le
chapitre 2, la statistique de référence a été estimée sur l’ensemble des valeurs prises par cette statistique, puis nous avons
réalisé une normalisation par centrage-réduction. Cette procédure de normalisation différente ne change pas les résultats
des courbes ROC (conservation de la relation d’ordre).
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Figure 4.7 – Schéma descriptif des méthodes de détection par statistique locale
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(a) Images d’origine

(b) Images en sortie du détecteur par moyenne locale

(c) Images en sortie du détecteur par variance locale

(d) Images en sortie du détecteur par skewness local

(e) Images en sortie du détecteur par kurtosis local

Figure 4.8 – Images résultats en sortie des algorithmes de détection par statistique locale. Les défauts Spot,
HigherNoise et Oscillations sont bien détectés par au moins une méthode.
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(a) Images d’origine

(b) Images en sortie du détecteur par moyenne locale

(c) Images en sortie du détecteur par variance locale

(d) Images en sortie du détecteur par skewness local

(e) Images en sortie du détecteur par kurtosis local

Figure 4.9 – Images des détecteurs par statistique locale, seuillées pour un taux de fausse alarme nul
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(a) Courbes ROC de la détection par moyenne locale

(b) Courbes ROC de la détection par variance locale

(c) Courbes ROC de la détection par skewness local

(d) Courbes ROC de la détection par kurtosis local

Figure 4.10 – Courbes ROC des méthodes de détection par statistique locale. La méthode de moyenne locale
donne des résultats parfaits sur les défauts Spot et Oscillations. Le défaut HigherNoise est lui parfaitement détecté
par la méthode de la variance locale. Aucune des méthodes proposées ici ne permet de détecter efficacement les
défauts Lines et Image.
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certaines méthodes simples, comme la variance sur les défauts HigherNoise ou Oscillations ou la moyenne
sur le défaut Spot, peuvent se révéler efficaces. Les méthodes à base de statistiques d’ordre supérieur, à
savoir le skewness et le kurtosis, sont, par contre, inadaptées. Ce résultat, qui peuvent paraître surpre-
nant étant donné les échos favorables dont font l’objet les SOS pour la détection sur des images sonar
notamment, s’explique par les deux constatations suivantes :

– le contexte différent : les SOS ont été appliquées de manière régulière pour détecter des défauts
noyés dans du bruit blanc gaussien. Dans notre cas, les défauts synthétiques sont bien noyés dans
un tel bruit, mais les pixels de défauts sont eux mêmes répartis sur une gaussienne (ce sont des
défauts additifs rajoutés au bruit de fond). Le skewness et le kurtosis, efficaces pour détecter les
non-gaussianités, deviennent donc inefficaces dans notre cas.

– La variance des estimateurs : en théorie, on pourrait néanmoins détecter des variations des SOS au
niveau des contours des défauts. Cependant, en pratique, du fait de la variance élevée des estimateurs
du skewness et du kurtosis, cette variation est indécelable. Il faut en effet faire un compromis sur
la taille de la fenêtre de calcul des statistiques : une plus grande taille donnera une variance plus
faible des estimateurs, mais rendra l’impact des défauts présents dans la fenêtre négligeable. On
peut montrer que, dans notre cas, ce compromis conduit inévitablement à une mauvaise détection
des défauts.

4.4.3 Conclusions sur les méthodes à base de statistiques locales
Les méthodes à base de statistiques locales, notamment celles s’appuyant sur un calcul de moyenne

ou de variance locale, peuvent ponctuellement se révéler très efficaces. En ce sens, elles constituent des
méthodes de base pour la détection de défaut dans notre contexte. En particulier, ces deux méthodes per-
mettent d’exploiter deux caractéristiques fréquentes qu’on retrouve dans la majorité des défauts contenus
dans les images de radiologie numérique :

– la perte de sensibilité locale : cette caractéristique se traduit par une variation localisée de la valeur
moyenne de l’image. Elle est naturellement détectée par une méthode discriminante sur la valeur
de cette statistique locale. La difficulté est en général le calcul de la statistique de référence.

– la pixellisation locale : cette caractéristique entraîne une augmentation localisée de la variance du
bruit. Ces défauts sont causés par une contrainte de fabrication des détecteurs. Comme pour la
perte de sensibilité, ont peut détecter assez aisément ce type de défauts par un calcul de la variance
locale, avec la même difficulté à gérer pour le calcul de la valeur de référence de cette variance.

Dans la suite, afin de mesurer l’effet positif des méthodes proposées sur les performances de détection,
nous tracerons pour chaque défaut synthétique la meilleure courbe obtenue à l’aide des trois méthodes
de détection de base que sont le seuillage direct et les méthodes de moyenne et de variance locale. Ainsi,
pour les cinq défauts étudiés, on aura :

– défaut HigherNoise : méthode de variance locale (AUC ≈ 1),
– défaut Image : méthode de seuillage direct (AUC = 0, 93),
– défaut Lines : méthode de seuillage direct (AUC = 0, 964),
– défaut Oscillations : méthode de variance locale (AUC ≈ 1),
– défaut Spot : méthode de moyenne locale (AUC = 1).

4.5 Détection par décomposition en ondelettes

4.5.1 Principe
La méthode de détection par ondelette a pour but de détecter des structures de type lignes (hautes

fréquences horizontales, verticales ou diagonales) ou des taches (basses fréquences) en utilisant une analyse
multi-résolution s’appuyant sur la transformée en ondelettes discrètes (TOD). Le but de cette méthode
est de se rapprocher d’une base de représentation optimale pour les défauts courants, les rendant alors
plus facilement détectables, comme expliqué en section 4.2.1.3. De plus, la TOD fournit un schéma de
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traitement des images permettant une analyse de celles-ci à plusieurs échelles, ce qui est particulièrement
intéressant pour notre problématique. En effet, certains défauts comme le défaut Image sont visibles
uniquement lorsqu’ils sont observés à grande échelle. Cette méthode possède en outre des avantages
pratiques évidents : simplicité d’implémentation de la TOD par banc de filtres à RIF, rapidité d’exécution
et parcimonie de la représentation à une échelle donnée (le nombre de pixels à traiter reste constant tout
au long du calcul). De plus, la TOD étant une opération inversible, il est très aisé de travailler dans
l’espace transformé, puis de revenir dans l’espace réel pour visualiser les résultats.

4.5.2 Description de l’algorithme
Le principe général de l’algorithme de détection par ondelettes est décrit par la fig 4.11. En entrée de

l’algorithme, on trouve :
– l’image d’origine Im,
– l’ondelette choisie w : à chaque type d’ondelette va correspondre une paire de filtres de décom-
position (ou filtre d’analyse) basse fréquence et haute fréquence, ainsi qu’une paire de filtres de
reconstruction (ou filtre de synthèse). Ces deux paires sont identiques si on choisit une famille d’on-
delettes orthogonales. Dans notre étude, nous avons choisi, sauf indication contraire, une ondelette
de la famille Battle-Lemarié d’ordre 2. Ce choix est empirique. Le désavantage de cette famille
est que les filtres de décomposition et de reconstruction correspondants ne sont pas à support fi-
nis. Néanmoins, le temps de calcul n’étant pas une contrainte dans un premier temps, nous avons
choisi cette famille car nous avons constatés dans notre cas qu’elle permet d’obtenir des résultats
de reconstruction plus fidèles aux défauts d’origine.

– Un paramètre de détection nd : ce paramètre détermine un seuil de détection en nombre d’écart-
types des pixels dans chaque sous-bande (voir fonction Peeling). Pour les résultats exposés, on a
pris systématiquement nd = 5.

L’image d’origine est décomposée jusqu’à une échelle qui sera déterminée par sa taille. Si l’image est
de taille 2n × 2n :

EchelleMax = N = log2(2n) = n

En pratique, on se restreint à la décomposition à EchelleMax− 2 pour garder suffisamment de pixels
afin de pouvoir extraire dans chaque bande des statistiques fiables.

Les fonctions intervenant dans ce traitement peuvent être résumées comme suit :
– VHDecomp(Im,w,K) réalise une décomposition en ondelettes à l’échelle K + 1 en partant de la

décomposition à l’échelle K,
– Peeling : réalise une détection par sous-bandes dans la base d’ondelettes et extrait «l’excédent»pour
chaque coefficient d’ondelette détecté,

– DecompStorage : stocke les résultats de la fonction Peeling à chaque échelle en vue d’une recons-
truction.

On obtient alors en sortie EchelleMax−2 images de taille 2n×2n contenant les images de détection à
chaque échelle : tous les pixels de ces images sont à zéro, sauf ceux qui ont été détectés comme anormaux
par la fonction Peeling.

D’une manière générale, à chaque échelle k, on a :

Dk = V HDecomp(Dk−1, w, k) (4.9)
Pk = Peeling(Dk, k) (4.10)
Rk = Dk − Pk (4.11)

4.5.2.1 Fonction VHDecomp

La fonction VHDecomp réalise une décomposition en ondelettes à l’échelle supérieure (échelle plus
grossière) à partir d’une décomposition donnée. Le découpage réalisé par VHDecomp est représenté sur
la fig 4.12. L’intérêt d’une telle décomposition, par rapport à la décomposition classique DWT (Discrete
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Figure 4.11 – Schéma de principe : détection par ondelettes

Wavelet Transform) repose dans l’analyse plus fine des cadrans hautes-fréquences (cadran supérieur
droit : hautes fréquences verticales et cadran inférieur gauche : hautes fréquence horizontales) alors
que la décomposition DWT classique se contente de décomposer le cadran basse-fréquence. De plus, les
cadrans des hautes fréquences verticales et horizontales ne sont filtrés qu’avec un filtre de synthèse à une
dimension (passe haut ligne ou passe haut colonne), contrairement à la transformée en ondelette classique
qui utilise à chaque décomposition un filtrage séparable suivant les deux dimensions de l’image.

Une décomposition VH à l’échelle n génère ainsi k sous bandes avec :

k =
{

4 si n = 1
2 + 2n − 1 si n > 1

(4.12)

La fig 4.12 met bien en évidence l’intérêt de la décomposition VH : on voit que lorsqu’on décompose
à des échelles de plus en plus élevées, le signal (ici, il s’agit d’un trait vertical et d’un trait horizontal) se
concentre sur un faible nombre de coefficients, tout en conservant globalement son énergie. Dans l’exemple
présenté, les deux traits sont concentrés en quelques points dans une seule bande, les autres bandes ne
comportant que du bruit, à l’exception de la bande BF générée à l’échelle 1. Nous avons donc :

– pour le bruit : dans chaque bande, la puissance de bruit est inchangée puisque le bruit est blanc
– pour le signal : dans les bandes HF, la puissance du signal se concentre sur très peu de coefficients

On a ainsi considérablement augmenté la détectabilité du défaut.

4.5.2.2 Fonction Peeling

La fonction de Peeling est chargée de la détection des pixels défectueux dans toutes les sous-bandes
d’une décomposition, ainsi que de l’extraction du signal de défaut. Cette fonction réalise un seuillage dans
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(a) Défaut Lines (b) DWT échelle 1 (c) DWT échelle 2 (d) DWT échelle 3

(e) Défaut Lines (f) VH échelle 1 (g) VH échelle 2 (h) VH échelle 3

Figure 4.12 – Comparaison de deux décompositions en ondelettes : décomposition classique (DWT) et décom-
position VH

chaque sous-bande de la décomposition. Soit I(i, j) l’image en entrée de la fonction de Peeling, et O(i, j)
l’image en sortie. On appelle S = {Sk} la partition de I(i, j) définissant la décomposition en ondelette
de I(i, j).

On a pour un pixel de coordonnées (i, j) appartenant à Sk :

O(i, j) =
{
I(i, j)− (mk + ndσk) si |I(i, j)−mk| ≥ nd · σk
0 sinon

(4.13)

mk étant la moyenne de la sous-bande Sk, et σk son écart-type.
On récupère ainsi dans O(i, j) une image résiduelle correspondant à l’excès présent sur les coefficients

d’ondelette anormalement élevés.

4.5.2.3 Fonction Estimate

La fonction Estimate permet de synthétiser une image dans la base réelle (par opposition à la base
d’ondelettes) à partir des décomposition successives pelées produites par la fonction Peeling aux diffé-
rents niveaux de décomposition analysés. Pour cela, la fonction utilise une transformation VH inverse,
VHRecomp, qui réalise l’opération inverse de VHDecomp. A partir d’une décomposition à l’échelle n, elle
calcule la décomposition à l’échelle n− 1. Cette opération est effectuée de manière similaire à l’opération
de transformation en ondelette inverse, à l’aide des filtres de synthèse. L’image finale ImOut est alors
calculée par la formule de récurrence suivante :{

xN = PN

xk = V HRecomp(xk) + Pk, k ∈ [0;N − 1]
(4.14)

on obtient ImOut = x0 en prenant ∀(i, j) P0(i, j) = 0.
Cette opération consiste à rassembler les détections effectuées aux différentes échelles. Notons que

dans cette optique, il était important d’effectuer une opération de pelage, afin que la partie du signal
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(a) Images d’origine

(b) Images en sortie du détecteur par décomposition en ondelettes

(c) Images seuillées du détecteur par décomposition en ondelettes, à un taux de fausse alarme nul

Figure 4.13 – Résultats et images seuillées des détecteurs par décomposition en ondelettes

détecté à une échelle ne se retrouve pas détectée à l’échelle suivante. De cette manière, le signal reconstitué
dans cette étape d’estimation ne prend pas en compte d’information redondante.

4.5.3 Résultats sur défauts synthétiques
La fig 4.13 présente les résultats de la méthode de détection par décomposition en ondelettes sur les

défauts synthétiques. On trace également les courbes ROC correspondantes (figure 4.14). Sur ces images
128×128 pixels, on a effectué une décomposition VH allant jusqu’à l’échelle 5. Dans chaque sous-bande
de la décomposition en ondelettes, on a effectué une détection avec le paramètre nd = 4, 5. La valeur
de ce paramètre est la seule variable à ajuster de cette méthode. Elle permet de contrôler le nombre
de fausses alarmes générées. Typiquement, on peut faire varier cette valeur de 4 à des valeurs élevées.
On utilisera des valeurs élevées de ce paramètre pour isoler uniquement les défauts de grande amplitude.
Dans notre application, nous voulons détecter toute structure ressortissant du bruit de fond, d’où le choix
d’un paramètre relativement bas.

On observe de bons résultats sur le défaut Lines par rapport aux méthodes précédentes. La courbe
ROC de la meilleure méthode de détection précédente pour ce défaut et assez nettement en dessous de
celle de la méthode par décomposition en ondelettes. Pour les défauts HigherNoise et Spot, la méthode en
ondelettes est équivalente aux meilleures méthodes statistiques : ces deux défauts sont très bien détectés.

Pour le défaut image, la méthode en ondelettes est légèrement en dessous de la méthode de base
par seuillage direct, qui est jusqu’à maintenant la meilleure méthode présentée pour ce défaut. Ce défaut
présente des structures hautes fréquences mais leur nature curviligne fait que celles-ci ne sont pas adaptées
aux bases d’ondelettes. En effet, les ondelettes sont très efficaces sur les structures horizontales, diagonales
ou verticales, mais perdent rapidement de leur pouvoir de détection dans le cas d’orientations plus variées.
Une voie possible à explorer est l’utilisation par exemple d’une transformée en curvelets qui s’adaptent
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Figure 4.14 – Courbe ROC de la méthode de détection par ondelettes. Pour les défauts Oscillations, Lines et
Image, les courbes de la meilleure méthode statistique ont été également représentées.

HigherNoise Image Lines Oscillations Spot

AUC max 1,000 0,931 0,964 0,998 1,000
des méthodes statistiques Variance Locale Seuillage Seuillage Variance Locale Moyenne Locale
AUC méthode ondelettes 0,999 0,649 0,993 0,940 1,000

Table 4.3 – Aires sous courbe ROC de la méthode de détection par ondelettes

aux géométries locales des objets.
Le tableau 4.3 donne les AUC de la méthode de détection par ondelettes comparées à celles obtenues

par la meilleure méthode statistique. On constate l’amélioration sur le défaut Lines.

4.5.4 Conclusion sur la méthode de détection par décomposition en onde-
lettes

La méthode proposée ici détecte relativement bien la variété de défauts synthétiques à laquelle elle
a été confrontée, à l’exception notable du défaut Image. Cette méthode s’appuie sur une transformée en
ondelettes dont la base de décomposition a été spécialement adaptée pour détecter les lignes verticales
ou horizontales, de largeur variable. L’avantage de cette méthode est sa polyvalence et son aspect multi-
échelle :

– polyvalence : un large spectre de défauts peuvent être détectés par cette méthode : les défauts pré-
sentant de hautes fréquences horizontales et verticales comme les défauts présentant des structures
plus basse fréquence.

– multi-échelle : l’utilisation de la transformée en ondelette discrète permet un parcours de toutes les
échelles de détection possible, ce qui est difficile à faire avec les méthodes statistiques 5. L’analyse
multi-échelle s’effectue pour un coût faible en temps de calcul.

5. Ceci est fait en particulier en adaptant la taille de la fenêtre d’analyse des méthodes statistiques. Néanmoins, ce
procédé a un coût important en terme de complexité et de temps de calcul
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Les principaux défauts de la méthode sont ses faibles performances pour la détection d’orientations
quelconques (comme on peut le noter sur les résultats de détection sur le défaut Image) et les problèmes de
détection dûs à la décimation : en effet, la transformée en ondelette n’est pas invariante par translation
de l’image de départ, et en particulier, certains défauts qui, dans une configuration donnée, sont très
bien détectables, peuvent devenir quasi-indétectables dans la base d’ondelettes après translation de ces
défauts. Cet effet est lié à la décimation qui est effectuée dans la transformation en ondelette discrète, et
est important dans le cas où on utilise une ondelette à support très compact de type Haar. Dans notre
cas, on a limité l’effet en utilisant l’ondelette de Battle-Lemarié, qui est à large support.

Globalement, la méthode par transformation en ondelette est efficace sur une large gamme de défauts,
et améliore globalement les résultats des méthodes à base de statistique locale. Ces dernières restent
néanmoins les plus efficaces dans le cas de défaut comme HigherNoise qui est parfaitement adapté, par
sa taille et sa nature, à ces dernières méthodes.

4.6 Détection par filtrage directionnel

4.6.1 Principe
La méthode précédente a montré qu’on peut aisément détecter des défauts de type lignes horizontales,

verticales ou diagonales. De même, les taches de type Spot peuvent être détectées en basse fréquence par
ces même méthodes basées ondelettes. La nouvelle méthode présentée dans cette section vise à détecter
les structures filiformes et curvilignes du type de celles présentes dans le défaut Image. Pour cela on va
chercher à décomposer chaque pixel de l’image à analyser sur un nombre de fréquences spatiales limité.
Chaque fréquence correspond à une structure ligne d’orientation donnée. En pratique, on va filtrer l’image
par un banc de filtres directionnels.

La figure 4.15 présente le principe de ce filtrage. La première ligne contient les fonctions de transfert
(domaine fréquentiel, fréquence (0; 0) au centre de l’image) des filtres utilisés. Ici on a choisi d’analyser
huit directions différentes. La troisième ligne contient les résultats des filtrages du défaut par chacun de ces
huit filtres. On constate que les lignes horizontale et verticale du défaut apparaissent chacune nettement
sur une seule image filtrée. A l’aide des ces images filtrées, on va déterminer l’image de détection en
combinant pixel à pixel une ou plusieurs images filtrées.

Cette méthode revient à faire des moyennes locales selon plusieurs directions dans l’image d’origine,
et à chercher si une ou plusieurs directions analysées présente une corrélation suffisamment forte. Cette
méthode requiert donc que le bruit de fond de l’image analysée soit blanc, ou du moins qu’il ne présente
pas de corrélations spatiales linéaires fortes.

4.6.2 Description de l’algorithme
Le principe général de l’algorithme est décrit par le schéma de la figure 4.16. On distingue principa-

lement trois blocs de traitement, qui seront décrits ci-après : un module de calcul des filtres, un module
de filtrage simple, et un module de sélection pixel à pixel des filtres retenus et à partir desquels l’image
résultat sera calculée.

4.6.2.1 Calcul des filtres

Si on choisit de réaliser l’analyse selon n orientations, on calcule un banc de filtres Fk, k = 1 · · ·n.
Dans la suite, les filtres sont exprimés à l’aide des coordonnées polaires (r, θ) dans Fourier. On note F̂k
la transformée de Fourier de Fk. L’origine du repère pour les coordonnées polaires est la fréquence nulle
dans la représentation de Fourier. On a donc F̂k(u, v) = F̂k(r cos θ, r sin θ). Dans notre application on a
pris les Fk tels que :

F̂k(r, θ) =
{

cos2 (n
2 (θ − θk)

)
si min (|θ − θk − sgn(θ)π| , |θ − θk|) ≤ π

n

0 sinon
(4.15)
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(a) Fonctions de transfert des filtres

(b) Défaut à détecter

(c) Images filtrées du défaut

Figure 4.15 – Filtrage d’un défaut par banc de filtres directionnels

Figure 4.16 – Schéma de principe : détection par filtrage fréquentiel
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avec θk = π
n (k − 1). Pour des raisons pratiques (éliminer la composante constante des images), on prend

de plus F̂k(0, 0) = 0.
Un exemple de tels filtres est présenté dans la figure 4.15(a). On remarque de plus que, pour les filtres

définis, on a :

∀(i, j) 6= (0, 0),
n∑
k=1

F̂k(i, j) = 1 (4.16)

Ces filtres ont un profil de type sinusoïdal centré sur chacune des orientations analysées et sont à
supports fréquentiels recouvrants.

4.6.2.2 Filtrage

Une fois les filtres calculés, la méthode applique chacun de ces filtres à l’image d’origine I(i, j) pour
générer des images filtrées Ik(i, j). Le bloc de filtrage réalise cette opération simple, générant à partir de
I(i, j) et des filtres Fk(i, j) les images filtrées Vk(i, j) avec :

∀k ∈ [1;n] , Vk(i, j) = I(i, j) ∗ Fk(i, j) (4.17)

= TF−1
{
Î(u, v) · F̂k(u, v)

}
(4.18)

En pratique, l’opération de filtrage est réalisée à l’aide de l’équation 4.18.

4.6.2.3 FiltSelec : sélection des filtres à utiliser

Enfin, une dernière étape consiste à déterminer quels filtres seront conservés pour générer l’image
résultat. Dans cette étape, on opère pixel à pixel.

Pour chaque pixel (i, j), on a donc un vecteur

V (i, j) =


V1(i, j)

V2(i, j)
...

Vn(i, j)


Ce vecteur contient deux composantes, V (i, j)+ et V (i, j)− contenant respectivement uniquement les
valeurs positives de V i, j et uniquement ses valeurs négatives. Ces deux composantes correspondent à la
présence d’orientations présentant des structures corrélées respectivement claires ou sombres par rapport
à la moyenne de l’image. Afin de former l’image de détection finale, il y a deux manières possibles de
traiter cette information :

– soit on se place dans le cas général où on dispose de peu d’a priori sur les défauts à détecter, et on
cherche donc à détecter dans le même temps les structures claires et sombres. Cette approche est
la plus générale : elle permet de ne pas distinguer deux classes de défauts.

– Soit on cherche uniquement à détecter les structures claires ou sombres, et on ne traite qu’une
composante. Cette méthode permet de réduire l’influence du bruit dans le processus de détection,
au prix d’une perte de généricité de la méthode.

Dans notre cas, nous avons choisi la première méthode, afin de nous placer dans le cas le plus général
possible. Néanmoins la deuxième méthode a été testée, et donne effectivement de meilleurs résultats sur
les défauts ne présentant que des structures plus claires que le bruit de fond, comme c’est le cas pour
tous les défauts synthétiques étudiés, sauf le défaut Oscillations.

On rappelle qu’on a pris F̂k(0, 0) = 0 donc les images filtrées {Ik} sont de moyenne nulle. Les éléments
dans chaque vecteur V (i, j)+ et V (i, j)− sont alors regroupés et triés par ordre décroissant de leur valeur
absolue.
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Figure 4.17 – Nombre de filtres sélectionnées sur défaut de type Lines

On obtient le vecteur V tri(i, j) :

V tri(i, j) =


Vk1(i, j)

Vk2(i, j)
...

Vkn(i, j)

 avec Vk1(i, j) ≥ Vk2(i, j) ≥ · · · ≥ Vkn(i, j) (4.19)

Après cette opération de classement, par souci de simplicité, on conserve la numérotation des filtres
de 1 à n, F1(i, j) étant alors le filtre à la réponse maximale au pixel (i, j) considéré.

La dernière étape consiste à déterminer quelles orientations garder dans l’image finale. On détermine
ainsi α∗ tel que 6 :

α∗ = arg max
α


∑α
k=1

∣∣V trik (i, j)
∣∣√∑α

k=1 ‖Fk‖
2

 (4.21)

Cette étape revient à choisir si la puissance récupérée par filtrage au point (i, j) est plus importante
lorsqu’on utilise un filtre, ou la somme de plusieurs filtres. La normalisation par l’énergie du filtre ou de
la combinaison de filtres utilisés est impérative pour pouvoir comparer de manière cohérente les réponses
du ou des filtres en (i, j). Cette étape de sélection de filtres revient à chercher s’il y a une direction locale
privilégiée autour du pixel (i, j). Si en ce point, il faut deux ou plusieurs filtres de base pour approcher
la direction présente, ou si il y a effectivement deux ou plusieurs directions présentes, il faudra utiliser
plusieurs filtres pour les récupérer. Ceci est illustré par la figure 4.17. Sur cette image, on a représenté en
chaque point le nombre de filtres sélectionnés par la procédure décrite auparavant et appliquée au défaut
constitué d’une ligne horizontale et d’une ligne verticale. Pour les pixels se situant sur l’une ou l’autre des
deux lignes, un seul filtre a été à chaque fois sélectionné : le filtre correspondant à l’orientation verticale
ou horizontale. L’exception est le point de croisement des deux lignes, où deux filtres ont été sectionnés :
le filtre horizontal et vertical, ce qui traduit bien la présence de deux structures corrélées horizontalement
et verticalement en ce point. Dans les zones de bruit, le nombre de filtres choisis est aléatoire.

Notons que lorsqu’on parle de direction privilégiée, il s’agit de direction sur laquelle les pixels ont une
valeur relativement constante et plus ou moins élevée par rapport à la moyenne de l’image. En effet, les
filtres utilisés réalisent une opération de moyennage selon plusieurs directions, et ne peuvent donc pas

6. Cette formule s’applique directement dans le cas d’un bruit blanc. Dans le cas d’un bruit non blanc, il convient
d’adapter la normalisation à la distribution particulière en énergie du bruit selon les canaux fréquentiels. Pour un bruit B,
on aurait alors

α∗ = arg max
α

{ ∑α

k=1

∣∣V trik (i, j)
∣∣√∑α

k=1 ‖Fk ∗B‖
2

}
(4.20)
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(a) Images d’origine

(b) Images en sortie du détecteur par filtrage directionnel

(c) Images seuillées du détecteur par filtrage directionnel, à un taux de fausse alarme nul

Figure 4.18 – Résultats et images seuillées du détecteur par filtrage directionnel

détecter de fluctuations haute fréquence selon une direction.

4.6.3 Résultats sur défauts synthétiques
Les résultats présentés ont été obtenus à l’aide d’une analyse pour n = 8 par les filtres décrits ci-dessus.

Le filtrage a été effectué sur la totalité des images (pas d’analyse locale) de taille 128×128 pixels. Pour
chaque défaut, on fait apparaître, sur la figure 4.18, l’image résultat en niveaux de gris, puis le seuillage
de ces images conduisant à un taux de fausses alarmes nul.

Sur la figure 4.19, on a tracé les courbes ROC de l’algorithme pour les cinq défauts synthétiques.
Pour les défauts Oscillations, Image et Lines, on a également tracé la meilleure courbe obtenue avec les
algorithmes décrits précédemment. On rappelle de plus que pour les défaut Spot et Highernoise, on a
obtenu, avec les méthodes précédentes, des résultats parfaits.

On constate une amélioration notable de la détection du défaut Lines. Ce type de défaut est natu-
rellement très bien détecté par le filtrage directionnel, tout comme le défaut Oscillations. L’amélioration
est également perceptible sur le défaut Image : du fait de l’aspect multi-directionnel de la méthode, on
arrive à améliorer légèrement la détection de ce défaut, qui reste le plus difficile à détecter.

En contrepartie, l’artefact Spot n’est pas du tout détecté. En effet, ce défaut ne présentant pas de
direction privilégiée, il est en général décomposé selon une direction assez aléatoire, comme le bruit, et ne
ressort donc pas nettement dans le résultat. Le défaut Highernoise possède la même géométrie, mais est
lui bien détecté. Ceci résulte de sa nature particulière : les pixels de ce défaut seront eux aussi décomposés
selon une direction assez aléatoire, mais comme leur valeur individuelle est forte, leur amplitude dans
l’image résultat sera plus importante que celle des pixels du défaut Spot.

La table 4.4 témoigne de l’amélioration sensible des performances sur les défauts Lines et Image.
Sur ces défauts, la méthode proposée améliore assez nettement les résultats obtenus précédemment. En
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Figure 4.19 – Courbe ROC de la méthode de détection par filtrage directionnel. Pour les défauts Oscillations,
Lines et Image, les courbes de la meilleure méthode précédemment décrite ont été représentées.

HigherNoise Image Lines Oscillations Spot

AUC max 1,000 0,931 0,993 0,998 1,000
des méthodes Variance Seuillage Ondelettes Variance Moyenne
précédentes Locale Locale Locale
AUC filtrage 0,999 0,979 1.000 1.000 0.997
directionnel

Table 4.4 – Aires sous courbe ROC de la méthode de détection par filtrage directionnel, comparées aux méthodes
précédentes.

particulier, cette méthode est la première a réellement détecter le défaut Image.

4.6.4 Conclusions sur la détection par filtrage directionnel

La méthode de détection par filtrage directionnel présente l’avantage de pouvoir détecter des structures
linéaires d’orientations variées. Le nombre d’orientations analysées est un des paramètres de la méthode.
Le temps de calcul court de cette méthode permet d’envisager un traitement par bloc sur des images de
grande taille, ce qui permet de gérer un de ses inconvénients, qui est son manque de prise en compte de
diverses échelles. En effet, le filtrage réalisé s’apparente à un calcul de moyennes sur toute l’image selon
plusieurs directions. On ne peut donc pas adapter directement cette méthode sur des images de grande
taille, car on serait alors incapable de détecter des structures linéaires de dimension modeste.

Outre le manque d’aspect multi-échelle, le principal inconvénient de la méthode présentée ici est son
inefficacité sur les structures circulaire, comme le défaut Spot.
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Figure 4.20 – Schéma de principe : détection par mesure d’anisotropie

4.7 Détection par mesure d’anisotropie

4.7.1 Principe

La méthode de filtrage directionnel décrite ci-dessus présente un moyen de retrouver les structures
basse fréquence présentes autour de chaque pixel de l’image à analyser. A partir de cette méthode,
nous avons voulu analyser de manière plus fine les structures filiformes locales en calculant une quantité
pouvant s’apparenter à une mesure d’anisotropie locale. L’anisotropie est ici vue comme la modification
brutale d’une propriété locale (autour du pixel analysé) lorsqu’elle est évaluée selon plusieurs directions.

La méthode proposée repose donc sur l’évaluation, autour d’un pixel, d’une même quantité selon
plusieurs directions : la présence d’un défaut se traduira alors par un changement brutal de cette quantité,
témoin d’une anisotropie locale. En effet, on a fait l’hypothèse d’un bruit non spatialement corrélé : dans
le cas de nos images de test, il est blanc. Les paramètres de la méthode sont donc la mesure choisie
pour calculer cette anisotropie, ainsi que la taille de la fenêtre d’analyse. Par opposition à la méthode
précédente, nous avons choisi d’analyser toutes les directions possibles pour un taille de fenêtre d’analyse
fixée. Néanmoins la dimension de cette fenêtre sera forcément réduite (classiquement, une quinzaine de
pixels) pour des raisons pratiques.

4.7.2 Description de l’algorithme

Le schéma de principe général de l’algorithme de détection par mesure d’anisotropie est représenté
sur la fig 4.20. A partir de l’image initiale I(i, j) et de n, la taille de la fenêtre d’analyse (n est un nombre
impair), on va calculer pour chaque pixel de I(i, j) une mesure locale d’anisotropie dans l’image résultat
R(i, j).
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Figure 4.21 – Exemple d’extraction des directions

4.7.2.1 Extraction des directions

La première étape consiste à extraire les directions autour du pixel (i, j) traité. avec une fenêtre
d’analyse de taille n × n centrée sur le pixel traité, il y a exactement 2(n − 1) directions à extraire.
Ces directions correspondent aux droites discrètes contenant n pixels et passant par le pixel traité. La
fig 4.21 montre une extraction des directions pour une fenêtre d’analyse de taille n = 13. Les pixels des
2(n− 1) = 24 droites discrètes sont stockées dans les vecteurs Vk(i), avec 1 ≤ k ≤ 2(n− 1) et 1 ≤ i ≤ n.
Sur la fig 4.21, on a tracé les droites discrètes pour k = 1 et k = 10. Ces droites discrètes sont déterminées
à l’aide d’algorithmes type Bresenham [12].

4.7.2.2 Tri

Chaque vecteur Vk est ensuite trié par valeurs croissante ou décroissante.

4.7.2.3 Calcul d’anisotropie

A partir de la famille de vecteurs triés {Vk(i)}1≤k≤2(n−1), on va calculer une mesure locale d’aniso-
tropie. Pour notre application, la mesure A retenue est :

A = max
k

n∑
i=1

∣∣Vk(i)− V (i)
∣∣ (4.22)

avec V (i) = médiane {Vk(i)}1≤k≤2(n−1).
Cette mesure revient à comparer la dynamique des pixels de chaque direction à celle d’un vecteur

médian V . Cette opération peut s’apparenter au calcul d’une distance entre histogrammes à très petite
échelle.

4.7.3 Résultats sur défauts synthétiques
La figure 4.22 montre les résultats de cette méthode de détection sur les défauts synthétiques, ainsi

que le seuillage obtenu selon les mêmes critères que précédemment. Le paramètre de taille de la fenêtre
d’analyse a été réglé à n = 13.

Les résultats sont très bons sur le défaut Lines. Les défauts Spot et HigherNoise sont en revanche
très mal détectés, la méthode étant inadaptée dans le cas de défauts de ce type. Le défaut Image est
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(a) Images d’origine

(b) Images en sortie du détecteur par calcul d’anisotropie

(c) Images seuillées du détecteur par calcul d’anisotropie, à un taux de fausse alarme nul

Figure 4.22 – Résultats et images seuillées du détecteur par mesure d’anisotropie

bien détecté : on obtient un résultat comparable à celui obtenu avec la méthode du filtrage directionnel.
Enfin, le défaut Oscillations est moyennement détecté : pour ce type de défaut la mesure d’anisotropie est
visiblement moins efficace que le filtrage fréquentiel ou la variance locale. L’avantage de cette méthode
repose dans la détection relativement bonne du défaut Image, qui est un des plus difficiles à traiter,
ainsi que du défaut Lines. Pour ce type de défaut, l’analyse exhaustive des directions locales ainsi que
l’échelle très petite (fenêtre de 13×13 pixels) choisie pour le calcul de la mesure d’anisotropie permettent
de détecter efficacement les orientations de petite taille.

Le principal désavantage de cette méthode est le temps de calcul important, qui, même optimisé,
requiert 50 secondes sous Mathcad tournant sur un P4@2.8Ghz, 2Go Ram et pour une image 128×128
pixels, tandis que les méthodes précédentes ne requièrent qu’une dizaine de secondes pour traiter une
image.

4.7.4 Conclusion sur la méthode de détection par calcul d’anisotropie
La méthode de détection par calcul d’anisotropie permet de détecter très efficacement les alignements

de taille réduite de pixels défectueux. Elle utilise une analyse exhaustive des orientations possibles de ces
alignements puis en dérive, à l’aide d’un critère d’anisotropie, une mesure qui est particulièrement efficace
pour détecter ces alignements. Encore une fois, cette méthode n’est pas intrinsèquement multi-échelle,
mais peut être adaptée en faisant varier la taille de la fenêtre d’analyse. Néanmoins, contrairement à
la méthode précédente, le temps de calcul pose ici problème car les temps constatés pour traiter une
image de petite taille, à une échelle donnée, semble être un frein pour l’adaptation multi-échelle de cette
méthode sur des images de grande taille.

De plus, cette méthode est très spécialisée dans la détection des alignements de pixels défectueux, et
manque ainsi de polyvalence, notamment pour les défaut de type tache claire ou sombre.
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Figure 4.23 – Courbe ROC de la méthode de détection par calcul d’anisotropie. Pour les défauts Oscillations,
Lines et Image, les courbes de la meilleure méthode précédemment décrite ont été représentées.

HigherNoise Image Lines Oscillations Spot

AUC max 1,000 0,979 1.000 0,998 1,000
des méthodes Variance Filtrage Filtrage Variance Moyenne
précédentes Locale directionnel directionnel Locale Locale
AUC anisotropie 0,999 0,951 0.999 0.999 0.994

Table 4.5 – Aires sous courbe ROC de la méthode de détection par calcul d’anisotropie, comparée aux méthodes
précédentes.
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4.8 Détection par moyenne statistique pondérée
4.8.0.1 Principe

Les méthodes précédentes étaient principalement dédiées à la détection de structures filiformes type
ligne. En effet, ce type de défaut corrélé présente un ratio visibilité/détectabilité particulièrement élevé :
les pixels constituant une ligne visible dans l’image ne sont pas individuellement atypiques alors qu’ils
sont en général très visibles.

La méthode présentée dans cette section a été conçue de manière à traiter une plus large catégorie
de défauts. Elle repose sur la constatation suivante : lorsque plusieurs pixels défectueux sont proches, ils
sont identifiés plus facilement par l’œil comme défectueux. L’idée de cette méthode est alors de calculer
une nouvelle valeur pour chaque pixel de l’image à traiter en effectuant une moyenne pondérée des pixels
voisins. Les coefficients de pondération mesurent une similarité statistique entre pixels. Cette méthode
est principalement paramétrée par :

– n : la taille du voisinage considéré
– S(pi, pj) : la fonction permettant de mesurer la similarité statistique entre 2 pixels pi et pj de

l’image d’origine.

4.8.1 Description de l’algorithme
Le schéma de principe de la méthode est représenté sur la fig 4.24. A partir d’une image d’origine I

et du paramètre n contrôlant la taille de la fenêtre définissant le voisinage de chaque pixel, on va calculer
une nouvelle image R où les pixels de défauts seront détectés par simple seuillage. Pour cela, on travaille
sur un voisinage de chaque pixel I(i, j) traité, voisinage qu’on notera Vi,j . Ce voisinage est de taille n×n
pixels, et est centré sur le pixel (i, j). On parcours les valeurs de ce voisinage en prenant Vi,j(r, c) avec
(r, c) ∈ J1;nK2.

La formule générale donnant R(i, j) peut alors s’écrire :

R(i, j) =
n∑
r=1

n∑
c=1

Ki,j(r, c)Vi,j(r, c) (4.23)

4.8.1.1 Extraction du voisinage

La première étape est une simple extraction des pixels autour du pixel (i, j) traité. On récupère ainsi
une ROI notée Vi,j de taille n× n centrée sur le pixel traité.

4.8.1.2 Calcul des coefficients du filtre

A partir du voisinage récupéré, on va calculer les coefficients Ki,j(r, c), (r, c) ∈ J1;nK2 par la formule
suivante :

Ki,j(r, c) = 1
C
· 1

1 +
(
Vi,j(r,c)−x

σ

)2 (4.24)

σ étant l’écart-type de l’image analysée (ou un écart-type locale dans le cas d’image de grande taille), et
le facteur 1

C permettant la normalisation du filtre Ki,j . On a donc
∑
r,cKi,j(r, c) = 1.

D’un point de vue général, le coefficient Ki,j(r, c) varie entre 0 et 1, et est d’autant plus grand que la
valeur de Vi,j(r, c) est proche de la valeur x du pixel traité.

4.8.1.3 Sommation

La dernière étape consiste à calculer la somme des pixels de Vi,j pondérée par les coefficients Ki,j par
la formule 4.23. Ainsi, on donnera plus de poids aux pixels ayant des valeurs proches de celle du pixel
traité.
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Figure 4.24 – Schéma de principe : détection par moyenne pondérée

4.8.2 Résultats sur défauts synthétiques
Les résultats obtenus avec la méthode de moyenne statistique pondérée sont présentés par la fig 4.25.
Sur les défauts de type Lines, les résultats de détection sont moins bons que les méthodes de filtrage

fréquentiel, d’anisotropie ou d’ondelettes. Il faut noter que pour ces types d’artefacts, la méthode de
moyenne pondérée n’est pas censée donner de bons résultats car ces défauts ne sont pas compacts, et
donc peu de pixels de défauts sont présents dans la fenêtre de voisinage carrée analysée. Les bons résultats
constatés ici sont donc plutôt une conséquence du débruitage effectué, plutôt que d’un renforcement de
la zone de défaut.

Sur les défauts Spot et HigherNoise, les résultats sont très satisfaisants : les images seuillées ne
présentent aucune fausse alarme et la détection réalisée est très satisfaisante pour notre application.
Le défaut Oscillations est assez bien détecté, mais les performances restent néanmoins en dessous de
l’algorithme de variance locale, qui est très efficace sur ce genre de défaut.

Enfin, le défaut Image est détecté de manière équivalente à la meilleure méthode observée jusqu’à
présent sur ce défaut (à savoir la méthode du filtrage directionnel). En particulier, on observe de bonnes
performances pour des taux de fausse alarme très faible.

4.8.3 Conclusions sur l’algorithme de détection par moyenne pondérée
L’algorithme décrit dans cette section est l’un des plus polyvalents élaborés lors de cette thèse. Son

efficacité sur les défauts synthétiques est satisfaisante, à l’exception notable du défaut Lines. En effet,
pour ce type de défauts, il faudrait adapter la fenêtre d’analyse à la géométrie du défaut, en considé-
rant par exemple des fenêtre rectangulaire suivant l’extension spatiale des alignements à détecter. Cette
adaptation, forcément coûteuse en temps de calcul, n’est pas réellement satisfaisante dans le cadre d’un
contrôle qualité d’images de grande taille. De plus, même si les performances de l’algorithme de détection
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(a) Images d’origine

(b) Images en sortie du détecteur par moyenne statistique pondérée

(c) Images seuillées du détecteur par moyenne statistique pondérée, à un taux de fausse alarme nul

Figure 4.25 – Résultats et images seuillées du détecteur par moyenne statistique pondérée

Figure 4.26 – Courbes ROC de la méthode de détection par moyenne statistique pondérée. Pour les défauts
Oscillations, Lines et Image, les courbes de la meilleure méthode précédemment décrite ont été représentées.
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HigherNoise Image Lines Oscillations Spot

AUC max des 1,000 0,979 1.000 0,998 1,000
méthodes précédentes Variance Filtrage Filtrage Variance Moyenne

Locale directionnel directionnel Locale Locale
AUC moyenne statistique 1,000 0,960 0.983 1,000 1,000
pondérée

Table 4.6 – Aires sous courbe ROC de la méthode de détection par moyenne statistique pondérée, comparée aux
méthodes précédentes.

par moyenne statistique pondérée sont moyennes sur ces types de défauts, on observe qu’on arrive à
détecter partiellement le défaut Lines, sans générer de fausse alarme. Ceci est généralement suffisant pour
une méthode implémentée dans la première étape de détection de la chaîne d’analyse.

4.9 Détection par snakes statistiques et rapports de vraisem-
blance

4.9.0.1 Principe

En plus des méthodes développées et testées dans le cadre des travaux de thèse, nous avons exploré
d’autres types de méthodes de détection avec l’aide de partenaires externes 7. Ces deux types de méthodes
sont :

– les snakes statistiques [73, 63] et les tests de maximum du rapport de vraisemblance [83] par l’in-
termédiaire de la société KaoLab

– la segmentation markovienne [33, 74, 8]
Les résultats de la segmentation markovienne ont montré que ces méthodes ne sont pas directement

applicables à notre problème, principalement du fait de la topologie des défauts à détecter. En effet, la seg-
mentation markovienne testée dans le cadre du partenariat nécessite des défauts compacts et homogènes
pour être efficace. Ainsi les résultats obtenus étaient bons uniquement sur le défaut Spot.

A l’opposé, le couplage des méthodes de segmentation par snakes statistiques et par maximum de
vraisemblance a permis d’obtenir de très bons résultats sur tous les défauts synthétiques traités.

4.9.1 Snakes statistiques et rapport de vraisemblance : principes
4.9.1.1 Le test du maximum du rapport de vraisemblance

Les résultats obtenus par KaoLab sur nos images de défauts synthétiques reposent principalement
sur deux méthodes. La première utilise un principe simple de calcul d’un rapport de vraisemblance, les
défauts à détecter maximisant alors ce rapport. Cette méthode nécessite de déterminer une estimation
de la forme du défaut à rechercher, à partir de laquelle on va construire un masque de ce défaut noté w.

L’image où on recherche ce défaut sera notée, pour simplifier, de manière unidimensionnelle, S =
{si, i ∈ [0, N − 1]}. Elle comporte deux classes de pixels : les pixels de défaut et les pixels de fond. Les
pixels de défaut ont une densité de probabilité notée P (θt, si) et ceux du fond une densité notée P (θb, si)
On doit également déterminer une fenêtre d’analyse notée F , dont la taille représente quelque fois la taille
de w (typiquement 2 à 3 fois).

Le test du rapport du maximum du rapport de vraisemblance (MLRT) consiste à chercher le site
optimal j∗ maximisant la log-vraisemblance :

7. Partenaires : société KaoLab et INRIA Rhône-Alpes (Florence Forbes et Juliette Blanchet)
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j∗ = arg max
j

∑
i∈wj

log (P (θt, si)) +
∑
i∈wj

log (P (θb, si))−
∑
i∈F j

log (P (θb, si))

 (4.25)

où wj est une version du masque w centrée sur le pixel j, F j est une version de la fenêtre d’analyse
centrée sur le pixel j, et wj est le complémentaire de wj dans F j

La quantité à maximiser correspond au test d’hypothèse Hj
0 vs HJ

1 avec :
– Hj

0 : il y a uniquement des pixels de fond dans F j ,
– Hj

1 : il y a dans F j un défaut de forme w centré sur le pixel j.
Ce test se révèle être quasi-équivalent à l’algorithme optimal du maximum de vraisemblance (ML). La

différence se situant sur les fenêtres d’évaluation des paramètres de loi θt et θb : l’algorithme ML nécessite
une estimation de θb sur l’image entière S, alors que le MLRT se contente de l’estimation sur wj . On
montre que le MLRT garde de bonnes performances dans le cas, idéal pour l’algorithme ML, où le bruit
de fond est homogène sur S. De plus, il est particulièrement efficace dans un cas de bruit non homogène.

Bien que cet algorithme nécessite la connaissance de w, on peut raisonnablement penser qu’une
estimation grossière de ce masque ne détériore pas de manière significative les performances de détection.
Un inconvénient plus contraignant est la nécessité de connaître a priori les lois suivies par les classes de
défaut et de bruit de fond.

L’algorithme du MLRT a été utilisé pour la détection des défauts Spot et HigherNoise (voir résultats
sur la figure 4.27).

4.9.1.2 Les snakes statistiques

La seconde méthode utilisée par les algorithmes de détection de KaoLab repose sur un principe de
contours actifs (snakes) dont le critère d’évolution est de type statistique. Les méthodes de contours actifs
réalisent une segmentation de l’image en deux régions (l’intérieur du contour et l’extérieur du contour) par
la minimisation d’un critère qui sert de critère d’évolution des nœuds du contour. Les premières méthodes
s’appuyaient principalement sur un critère à base de détection des contours des régions, et se révélaient
donc peu efficaces dans le cas d’images fortement bruitées. Dans [73], il est proposé un critère original
reposant sur l’évaluation de grandeurs statistiques et ne nécessitant pas d’évaluation paramétrique des
lois des régions à segmenter. Ce critère est appelé complexité stochastique, ∆ avec :

∆ = ∆S + ∆P + ∆C (4.26)

avec :
– ∆S : le nombre de bits nécessaire pour coder les niveaux de gris de l’image connaissant le contour
actif et les densités de probabilité de chaque région de l’image définie par ce contour,

– ∆P : le nombre de bits nécessaire pour coder les densités de probabilités des régions,
– ∆C : le nombre de bits nécessaire pour coder le contour actif.
La segmentation finale est alors déterminée par convergence du contour actif, une méthode d’optimi-

sation de cette convergence étant développée dans la référence citée précédemment.
La puissance de cette méthode repose dans la modélisation des densités de probabilités des régions par

des fonctions constantes par morceaux qui permettent d’évaluer facilement ∆P sans perdre en généricité.
Les paramètres de ces fonctions sont dans le même temps évalués par la méthode de segmentation. Ainsi,
on réalise une segmentation non-paramétrique de l’image particulièrement robuste vis à vis des lois de
probabilité suivies par les différentes régions de l’image. Néanmoins, dans les cas de très faible contraste
entre ces régions, les approches paramétriques restent naturellement plus efficaces.

Cette méthode a été utilisée pour la détection des défauts Square et Oscillations (voir figure 4.27).
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(a) Images d’origine

(b) Résultats seuillés des méthodes de détection de KaoLab

Figure 4.27 – Résultats des détecteurs KaoLab. Pour chaque défaut, on a représenté le meilleur résultat donné
entre la méthode des snakes statistiques et du rapport de vraisemblance.

4.9.2 Résultats sur défauts synthétiques
Les résultats des méthodes élaborées par Kaolab sont présentés sur la fig 4.27. Seules les images

résultats seuillées sont représentées. Les quatre dernières images représentées sont quatre des cinq défauts
synthétiques servant de base de référence pour les méthodes de détection présentées précédemment. Le
défaut Lines est absent pour des raisons techniques, mais est remplacé par un défaut du même type
(première image).

Il faut noter que les résultats obtenus ne l’ont pas été avec un seul et même algorithme de détection :
pour chaque défaut, seule la méthode de détection (parmi les trois disponibles) donnant le meilleur
résultat a été sélectionnée. Les défauts Spot et HigherNoise ont ainsi été détectés vraisemblablement à
l’aide d’une méthode à base de MLRT, les défauts Oscillations et Square ont été eux traités avec une
méthode à base de snakes statistiques, et les défauts type Lines et Image ont été traités à l’aide d’une
méthode dédiée à la détection de lignes.

Les résultats sont bons, à l’exception notable du défaut Image, qui semble correctement détecté mais
qui contient en fait un nombre important de fausses alarmes. Sur la figure 4.27, on a confronté les résultats
obtenus avec la méthode la plus efficace testée jusqu’ici. On observe que les défauts Spot, Oscillations et
HigherNoise sont parfaitement détectés. L’apport de la méthode de détection par snakes statistiques est
surtout important pour le défaut Oscillations. Le défaut Image reste assez mal détecté : pour ce défaut, on
ne fait pas mieux que la méthode de la moyenne statistique pondérée décrite dans la section précédente.

Globalement, les résultats obtenus à l’aide de cette nouvelle méthode sont très bons. Il faut néanmoins
les nuancer étant donné qu’ils sont le fruit de plusieurs algorithmes dédiés, et que des tests menés sur des
images présentant plusieurs défauts hétérogènes ont montré la grande difficulté à combiner efficacement
les trois algorithmes en une seule méthode de détection cohérente.

4.9.3 Conclusions sur la méthode de détection par snakes statistiques et
MLRT

La méthode testée ici donne des résultats très convaincants sur les défauts synthétiques. Néanmoins,
si on considère que chacun des résultats est issu de la sélection d’un algorithme adapté à la nature de
chaque défaut, parmi trois algorithmes différents, on peut dire que la méthode de détection par snakes
ou par MLRT est simplement au niveau des méthodes élaborées précédemment. Les essais menés ici ont
permis de confirmer la difficulté de la tâche de détection, lorsqu’on ne se donne aucun a priori sur les
défauts à détecter. Pour obtenir de bons résultats, on a dû choisir parmi trois algorithmes différents, tous



122 Chapitre 4. Méthodes de détection de défauts

Figure 4.28 – Courbe ROC de la méthode de détection par snakes statistiques ou Maximum Likelihood Ratio
Test. Les courbes des meilleurs algorithmes pour les quatre défauts synthétiques (HigherNoise, Image, Oscillations
et Spot) sont représentées ainsi que les points correspondant aux détections par snakes ou MLRT.

trois étant au niveau de l’état de l’art.

4.10 Synthèse
Les algorithmes exposés dans ce chapitre permettent d’améliorer de manière importante les perfor-

mances obtenues avec l’algorithme classique de détection à base de statistiques de moyenne ou de la
variance locales. En particulier, l’algorithme de moyenne statistique pondérée offre une grande polyva-
lence sur la classe de défauts traitée : il permet de détecter à chaque fois la présence de défaut, avant
toute fausse alarme. De plus, au prix d’un taux de fausse alarme un peu plus élevé, il permet une bonne
détection des pixels composant le défaut. La figure 4.29 représente les meilleures courbes ROC obtenues
avec les méthodes décrites dans ce chapitre. On voit en effet que la méthode par moyenne statistique
pondérée est la meilleure, ou comparable à la meilleure méthode, dans trois cas sur cinq.

La table 4.7 donne une synthèse quantitative des résultats obtenus avec les algorithmes décrits. Pour
chaque défaut, et pour chaque algorithme de détection, on donne la mesure de l’aire sous la courbe ROC.
Pour réaliser une synthèse mieux adaptée à notre contexte, on a calculé dans cette table l’aire de la
courbe restreinte à un taux de fausse alarme se trouvant entre 0 et τfamax = 10−4. En effet, des taux de
fausse alarme supérieurs ne sont en pratique pas acceptables. Les aires données ont été normalisées 8 de
manière à ce qu’elle varient entre 0 et 1.

On peut tirer plusieurs enseignements de ces résultats. Le premier est qu’aucun algorithme n’est
meilleur dans tous les cas, ce qui était attendu étant donnée la diversité des défauts considérés. En
second lieu, on observe bien que l’algorithme de détection par moyenne statistique pondérée est un bon
compromis dans le cas où on veut traiter tous ces défauts à l’aide d’un seul algorithme. Encore une fois,
on peut dire que cet algorithme est le plus polyvalent, et donne de plus des résultats excellents dans
certains cas. Enfin, on remarque la difficulté rencontrée pour la détection du défaut Image via les faibles
AUC obtenues sur ce défaut. Ce défaut est très difficile à détecter de manière exhaustive. Dans les tests
réalisés, on constate que seulement une petite partie de ce défaut est détectée, à la jonction du «g»et du
«e». En général, le reste du défaut est détectable seulement à des taux de fausse alarme très hauts.

8. Sans normalisation, en gardant la définition naturelle de l’aire sous une courbe, les aires calculées varieraient entre 0
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Figure 4.29 – Meilleures courbes ROC obtenues avec les méthodes décrites dans ce chapitre. Pour chaque courbe,
la méthode correspondante est renseignée en légende.

HigherNoise Image Lines Oscillations Spot

Seuillage 0,000 0,000 0,034 0,000 0,000
Moyenne Locale 0,000 0,006 0,000 0,512 1,000
Variance Locale 1,000 0,000 0,000 0,942 0,000
Skewness Local 0,000 0,000 0,000 0,000 0,000
Kurtosis Local 0,000 0,000 0,000 0,000 0,000
Ondelettes 0,978 0,012 0,247 0,831 1,000
Filtrage directionnel 0,349 0,025 0,806 0,643 0,000
Anisotropie 0,816 0,103 0,798 0,678 0,000
Moyenne Statistique Pondérée 1,000 0,077 0,034 0,838 1,000

Table 4.7 – Synthèse des aires sous courbes ROC des méthodes présentées dans ce chapitre. Les aires calculées
correspondent aux aires sous les courbes ROC restreintes à la plage de fausse alarme [0; τfamax] avec τfamax =
10−4. Pour chaque défaut, la meilleure méthode est signalée par une cellule grisée.
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4.11 Conclusions et perspectives
Dans cette partie, nous avons donc vu comment améliorer, pour les cas de détection difficiles, les

performances de détection au travers d’approche différentes. Ces approches mêlent des aspects statistiques
aux aspects spatiaux : en effet, il nous paraît obligatoire de prendre en compte de manière importante les
corrélations spatiales lors de la détection, la difficulté étant de coupler des critères spatiaux aux critères
statistiques. Ceci doit être fait sans perdre en généricité puisque la nature des défauts à détecter est très
variable. Ainsi, nous nous sommes attachés, dans les méthodes exposées, à ne pas tendre vers l’élaboration
de méthodes trop spécialisées dans la détection d’un type précis de défaut. C’est ainsi que la méthode de
la moyenne statistique pondérée permet de traiter une large gamme de défauts.

Afin d’appliquer cette méthode à la chaîne d’analyse, il reste certaines questions que nous n’avons
malheureusement pas pu aborder.

Dans un premier temps, la plupart des méthodes décrites dans ce chapitre ne considèrent qu’une seule
échelle de détection. Sur les défauts synthétiques dont nous disposions, ceci ne posait pas de problème
étant donnée la taille réduite des images traitées. Dans les cas réels, on s’aperçoit que certains défauts ne
sont visibles qu’à une échelle donnée. Afin de prendre en compte cette constatation, il faudrait élaborer
un schéma d’implémentation multi-échelle des méthodes de détection. Ceci peut passer par l’utilisation
de la décomposition en ondelettes : l’algorithme étant alors appliqué aux versions sous-échantillonnées
de l’image, en haute et en basse fréquence. Afin de réduire le nombre d’échelles traitées, on peut aussi
uniquement travailler sur trois zooms différents de l’image d’origine. On choisirait alors des facteurs de
zoom pertinents par rapport aux échelles d’observation des images de taille 3000× 3000 pixels.

Un autre aspect à prendre en considération lorsqu’on traite des images réelles est la normalisation
locale par rapport au bruit de fond. En effet, dans la pratique, le bruit de fond n’est souvent pas homogène :
on observe, même sur les images débarrassées de leurs structures (voir section 2.2), des variations locales
de la variance et du spectre du bruit. Lorsqu’on veut appliquer les algorithmes de détection à ces images,
il faut prendre en compte ces variations afin d’effectuer une normalisation non plus globale, mais locale
de l’image de détection. Ceci a d’ailleurs été pris en considération dans la méthode de détection de base
exposée plus tôt (section 2.3).

D’un point de vue pratique, on ne peut faire abstraction de la contrainte de temps de calcul, même
si celle-ci peut paraître accessoire dans un premier temps. En effet, certaines méthodes de détection
s’appuient sur une analyse exhaustive de configurations particulières de pixels, ce qui peut être, en termes
de performances de détection, très efficace. Néanmoins, sans schéma d’implémentation rapide, on ne peut
utiliser ces méthodes pour détecter des défauts de forme et de nature inconnues sur des images de grande
taille.

Enfin, même si à chaque fois nous nous sommes attachés à donner aux méthodes de détection une
grande généricité, il est clair que certaines sont efficaces sur une plage donnée de défauts. La construction
d’un algorithme efficace reposant sur un seul principe de détection nous paraît improbable. Afin de
tendre vers un schéma de détection très efficace, il faudrait donc étudier les possibilités de fusion des
résultats donnés par les algorithmes de détection. Ceci représente, à notre avis, l’axe de travail le plus
important. C’est aussi le plus prometteur dans le contexte industriel puisqu’il permettrait d’ajouter une
grande robustesse (suppression des fausses alarmes générées par certains algorithmes, grâce à l’information
donnée par d’autres algorithmes) et des possibilités de classification (classification des défauts selon les
réponses des méthodes de détection, gestion de l’apparition d’une nouvelle classe de défauts, etc).

et τfamax
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Chapitre 5

Mesure objective de visibilité de
défauts

Résumé

Ce chapitre est introductif à l’élaboration d’une mesure de visibilité, élément final de la chaîne d’ana-
lyse de la qualité des images. Dans un premier temps, un aperçu bibliographique de la problématique de
la mesure objective de la qualité est donné. A travers trois catégories de mesures objectives, faisant éga-
lement partie de trois champs d’application différents, nous donnons les architectures les plus courantes
servant de base de développement des mesures objectives. Les résultats de tests menés sur nos défauts
synthétiques sont ensuite exposés, pour deux mesures choisies. Ces tests montrent que l’ajout de méca-
nismes psycho-visuels du système visuel humain semble améliorer sensiblement les résultats de la mesure.
Une base prometteuse de futurs développements, s’appuyant sur le Channelized Hotelling Observer, est
également brièvement décrite : cette base permet d’incorporer de manière relativement aisée de tels aspects
psycho-visuels.
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La construction d’une mesure objective de qualité d’une image est au cœur de très nombreuses études
en traitement d’images. Malgré cette quantité importante de travaux, il n’y a aujourd’hui aucune méthode
universelle permettant de mesurer la qualité d’une image de manière fiable, i.e. de manière suffisamment
proche de l’évaluation qui serait faite par l’œil humain. La principale raison permettant d’expliquer cette
situation repose certainement sur la diversité des situations, des natures des objets à évaluer, et des
conditions d’observations, qui empêche l’unification de toutes les mesures objectives de qualité existantes
en une seule mesure cohérente. En effet, l’efficacité de la mesure objective passe bien souvent par la prise
en compte des spécificités de la tâche d’évaluation, ce qui rend difficile toute unification. D’ailleurs, selon
la tâche et les conditions d’observation, les mécanismes mis en jeu dans la mesure de la qualité par l’œil
humain sont très variables.

Dans ce chapitre, nous allons d’abord définir le contexte et les objectifs de la mesure objective de
qualité que nous souhaitons mettre en place. Nous évoquerons également, dans les grandes lignes, les
travaux déjà menés dans le domaine, notamment les principales classes de mesures de qualité existantes,
ainsi que les moyens à mettre en œuvre pour valider correctement une mesure objective. Enfin, nous
terminerons par l’illustration de la méthode de validation que nous avons mis en place, sur une mesure
objective basique de la qualité, ainsi que sur deux mesures de type Hotelling Observer, dérivées de la
littérature. Deux moyens de valider ces mesures seront présentés. Ce chapitre ouvre la voie à la perspec-
tives de développements ultérieurs sur l’amélioration de la mesure de qualité, dans le contexte défini par
ce chapitre.

5.1 But d’une mesure objective de visibilité
L’objectif premier de la mesure objective de visibilité est de permettre une évaluation automatique

des défauts présents dans les images. Dans le chapitre 2, nous avons vu à quel niveau doit intervenir la
mesure de qualité, que nous avons appelée mesure de visibilité, car elle traduit la présence ou non d’un
défaut au sens de l’observation visuelle. Cette mesure automatique permet donc de quantifier la visibilité
de chaque défaut, sans que ceci nécessite l’intervention d’un observateur humain, coûteuse en temps, et
souvent rébarbative pour l’observateur qui doit analyser des milliers d’images de grande taille pouvant
contenir des défauts de quelques pixels.

Afin de mieux définir ce que l’on attend de cette mesure, nous avons besoin de préciser les éléments
suivants :

1. la tâche visuelle que l’on veut quantifier par l’élaboration de la mesure
2. le bruit de fond et le type de signal à considérer, ainsi que la méthode permettant d’introduire le

signal dans le bruit de fond
3. la mesure à appliquer aux images
4. la figure de mérite à dériver à partir de cette mesure
5. le moyen de comparer cette figure de mérite aux performances humaines
Dans [7] (pages 593-629), on trouvera les détails de chacun de ces éléments à définir afin de construire

une mesure de visibilité adaptée. Dans notre cas, on peut construire notre méthode de mesure en consi-
dérant que :

1. on désire traiter le cas de la tâche de détection d’un signal dans du bruit. Le signal peut soit être
présent, soit absent, et peut apparaître à des positions aléatoires dans l’image. Néanmoins, dans
le cadre de cette étude, nous avons considéré des vignettes de petite taille, approximativement
centrées sur le défaut éventuel par la procédure d’extraction. On peut donc dire que notre tâche
est de détecter un signal au centre des vignettes qui seront présentées. Ceci mime l’inspection
visuelle d’une image, l’expert étant visuellement attiré successivement sur des zones différentes de
l’image. Par cette approximation, on ne tient pas compte des phénomènes de masquages visuels
pouvant modifier la perception globale d’une image. En résumé, la tâche consiste à assigner à
chaque défaut (ou à chaque vignette présentée) un scalaire proportionnel au degré de visibilité du
défaut.
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2. Le bruit de fond et le signal à détecter sont connus, et déterminés par les étapes précédentes de la
chaîne d’analyse de la qualité (voir chapitre 2 : méthode de localisation ou méthode de création
du contexte). Les signaux à détecter sont très variables, car les défauts sont en pratique de nature
très différente. Le fond peut être lui facilement synthétisé à partir de nos connaissances a priori
des détecteurs.

3. La mesure objective de visibilité à appliquer est à déterminer.
4. La figure de mérite issue de cette mesure sera directement la sortie de la mesure de visibilité. En

théorie, cette figure de mérite doit prendre en compte les propriétés statistiques des différentes
réponses possibles de la mesure (les valeurs typiques en présence d’un artefact, en absence d’un
artefact, et la variance de la mesure, voir [7], p639-643). Pour simplifier, nous laisserons en pers-
pective la formation de cette figure de mérite, qui est une étape nécessaire afin de comparer les
résultats de la mesure à des données subjectives.

5. Les moyens de comparer les performances de la mesure à des données subjectives est la dernière
étape de validation d’une mesure objective. C’est également l’étape la plus longue et la plus
coûteuse. De premières données d’évaluation subjective ont été recueillies. Néanmoins, la maturité
insuffisante de cette partie fait que la validation de la mesure sera également citée en perspective
de futurs développements.

La principale difficulté repose en la variabilité du signal à détecter. En effet, l’utilisation pratique
d’une mesure de visibilité nécessite qu’elle soit suffisamment générique pour être appliquée avec succès à
la variété de défauts pouvant intervenir dans notre contexte industriel. Parallèlement, cette universalité
de la mesure permet aux utilisateurs de former mentalement une échelle de valeur cohérente de la mesure,
constituant ainsi un vecteur puissant de communication technique sur la qualité des images. Actuellement,
la mesure classique implémentée, qui va servir de premier exemple dans ce chapitre, souffre d’une faible
généricité.

5.2 Mesures objectives : éléments bibliographiques
L’étude, et parfois la quête, d’une mesure objective de qualité des images a suscité une quantité

phénoménale de travaux, et on peut donc trouver dans la littérature de nombreuses références, traitant
de l’élaboration d’une telle mesure, dans des contextes variés. Les éléments bibliographiques donnés ici
sont donc loin d’être exhaustifs. Afin de disposer des bases nécessaires à la construction d’une mesure de
visibilité, nous allons donner quelques éléments qui nous ont semblé les plus pertinents dans le cadre de
la mesure de visibilité.

On peut séparer les mesures objectives de qualité en trois grandes catégories.
La première regroupe les méthodes permettant de mesurer une dégradation de qualité sur une image

dont la version non dégradée est connue, ou une dégradation de la qualité due à la présence d’artefacts
spécifiques. Il s’agit là de mesure de qualité au sens général. La seconde catégorie est constituée des
mesures s’appuyant sur les attributs statistiques des artefacts présents afin de mesurer leur visibilité. Il
s’agit donc là de méthodes plus susceptibles de répondre à notre besoin puisqu’elles mesurent non pas une
dégradation de la qualité, mais un degré de visibilité d’objets particuliers. Ces mesures ne nécessitent en
général pas de connaissance a priori forte, contrairement aux méthodes de la première catégorie. Enfin, la
troisième catégorie pouvant être formée regroupe les méthodes s’appuyant sur des attributs fréquentiels
des objets à mesurer.

5.2.1 Mesures classiques d’artefacts
L’élaboration d’une mesure objective de la qualité a été, au moins à ses débuts, principalement guidée

par les développements des communications numériques, et en particulier l’avènement des algorithmes
de compression. En effet, afin de qualifier la qualité d’un canal de transmission, ou la qualité d’un
algorithme de compression, il est souvent nécessaire de disposer d’une mesure objective qu’on puisse
facilement appliquer au signal ou aux images transmises. De nombreuses méthodes ont donc été proposées.
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La majorité des méthodes de ce champ d’application appartient à la classe de méthodes dites «Full
Reference»(FR) ou «Reduced Reference »(RR). Ce sont en effet des méthodes qui nécessitent :

– soit une référence complète, qui est l’image non dégradée par la transmission ou la compression,
pour pouvoir mesurer la qualité de l’image dégradée,

– soit une référence réduite, représentée par exemple par la connaissance de la variété d’artefacts
présents dans l’image à mesurer, adjointe de la connaissance de l’impact de chaque artefact sur la
qualité globale de l’image.

Les mesures les plus répandues sont l’erreur quadratique moyenne, ou MSE (Mean Square Error), et
sa dérivée, le PSNR (Peak Signal to Noise Ratio). Ces deux mesures nécessitent la connaissance d’une
référence complète pour calculer la dégradation. Soit R(x, y) l’image de référence non dégradée, de taille
Nx ×Ny, et D(x, y) l’image dégradée :

MSE = 1
Nx ·Ny

∑
x

∑
y

|R(x, y)−D(x, y)|2 (5.1)

PSNR = 10 log10
a2

MSE
(5.2)

où a est la valeur maximale des pixels (si les images sont codées sur 8 bits, on aura a = 255). Ces deux
mesures sont très largement utilisées, en dépit de leurs limitations importantes, grâce à leur simplicité de
calcul et à leur simplicité d’interprétation physique. Néanmoins, on peut facilement générer des images
dont les dégradations visuelles sont très différentes, et à même erreur quadratique moyenne (voir par
exemple [3, 85]).

Ces deux premières mesures, assez générales, ont été complétées par un grand nombre d’autres par-
ticulièrement adaptées pour mesurer des artefacts classiques de compression. Ainsi, dans [86, 64] on
propose des méthodes de mesure des deux artefacts de compression les plus courants : le flou et l’arte-
fact en anneaux («ringing»). Le flou en ainsi mesuré sans référence, alors que la mesure de l’artefact en
anneaux nécessite la connaissance de l’image d’origine, avant compression. Les méthodes de mesure sont
confrontées avec succès à des résultats d’évaluation subjective.

Afin de prendre en compte une variété d’artefacts plus importante, des mesures plus générales ont été
développées. On en citera trois qu’on retrouve assez fréquemment dans la littérature : la métrique hybride
normalisée (NHIQM : Normalized Hybrid Image Quality Metric), la mesure de qualité à référence réduite
(RRIQA : Reduced-Reference Image Quality Assessment) et l’index de similarité structurel (SSIM :
Structural Similarity Index Metric).

5.2.1.1 NHIQM [52, 26]

Cette mesure utilise la quantification d’attributs spatiaux classiques fn, parmi lesquels l’effet de bloc,
l’effet de flou, le masquage, l’activité basée sur le gradient, etc. Ces attributs sont pondérés puis sommés :

NHIQM =
5∑

n=1
wn · fn (5.3)

Les poids wn sont déterminés afin de régler l’impact de chaque attribut sur la mesure globale. En
général, ces poids sont réglés pour chaque application, à l’aide d’étude subjective de la qualité. Ceci
représente d’ailleurs le principal défaut de cette méthode, qui repose entièrement sur la détermination
des poids : ceci nécessite la mise en place d’un protocole long et complexe d’évaluation subjective. De
plus, les attributs sélectionnés ne sont pas forcément pertinents dans toutes les applications. Dans notre
cas, il est inutile d’essayer de dériver une bonne mesure à partir d’attributs comme l’effet de bloc ou
l’activité du gradient. D’ailleurs, ces attributs nécessitent la connaissance de la référence (attributs de
type FR).



132 Chapitre 5. Mesure objective de visibilité de défauts

Pré-traitement Filtrage visuel
Décomposition
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de qualité

Figure 5.1 – Schéma de principe général d’une mesure de qualité par décomposition en canaux : après avoir
pré-traité et appliqué des filtrages mimant le système visuel humain, les images sont décomposées en canaux.
L’information de chaque canal est sommée, après normalisation, afin d’obtenir la mesure finale.

5.2.1.2 RRIQA [87]

La mesure RRIQA est une mesure particulière dans le sens où elle ne nécessite pas la connaissance
d’une référence complète. Par contre, il faut connaitre certaines propriétés statistiques entre les deux
images afin de déterminer leur divergence de Kullback-Leibler (voir section 5.2.2). La mesure utilise une
décomposition en ondelettes des images, et les calculs sont effectués dans chaque sous-bande de cette
décomposition :

RRIQA = log2

(
1 + 1

C0

K∑
k=1

∣∣dk(Rk, Dk)
∣∣) (5.4)

où C0 est une constante et dk(Rk, Dk) est une estimation de la distance de Kullback-Leibler sur la sous-
bande k de l’image de référence R et de l’image dégradée D. On voit que la connaissance de cette distance
dans chaque sous-bande n’est pas aisée. Néanmoins, dans certains cas, on peut la déterminer à partir des
moments statistiques des deux images, et il peut être alors assez facile de la calculer.

5.2.1.3 SSIM [85]

La mesure de similarité structurelle est une mesure de type statistique simple s’appuyant sur les
moments statistiques d’ordre 1 et 2 des deux images. Cette mesure tente de capter les changements de
structures spatiales [84] dans les images à travers une mesure de luminosité, de contraste et de corrélation.
Une expression simple de la SSIM est alors donnée par :

SSIM = (2µRµD + C1) (2σRD + C2)
(µ2
R + µ2

D + C1) (σ2
R + σ2

D + C2) (5.5)

où µ et σ sont les moyennes et écarts-types des images. On a donc noté µR et σR la moyenne et l’écart-
type de l’image de référence et µD et σD la moyenne et l’écart-type de l’image dégradée. σRD est la
covariance 1 entre l’image de référence et l’image dégradée.

Les constantes C1 et C2 sont introduites pour des raisons de stabilité numérique de la mesure lorsque
µ ou σ sont proches de zéro. Le SSIM a été confronté au MSE et à d’autres mesures afin d’approcher
les résultats d’une étude subjective sur la qualité d’mages compressés [87]. Il a été montré que le SSIM
donne les meilleurs résultats. Le calcul de cette mesure nécessite néanmoins le calcul du coefficient de
corrélation σRD, ce qui peut représenter un frein à son application.

En plus de ces mesures classiques, un certain nombre d’études ont été menées afin de sommer plusieurs
de ces attributs pour en déduire une seule mesure. Dans [27], cette sommation est effectuée avec en plus
une distinction de zones d’intérêt : les images à évaluer sont divisées en une zone définie comme celle
attirant l’attention de l’observateur, et une zone de fond, dans laquelle les dégradations sont moins
perceptibles.

D’une manière plus générale, le principe commun à beaucoup de mesures de visibilité est celui illustré
par la figure 5.1.

1. σRD = E {(R− µR) · (D − µD)}
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De nombreuses mesures de qualité suivent ce schéma général, où des aspects liés aux fonctionnement
du système visuel humain interviennent. La mesure est formée en cinq étapes :

1. un prétraitement des images en entrée est effectué. Dans cet exemple, on s’est placé dans le
cas où on veut quantifier une détérioration apparue sur une image dont on connaît la version de
référence, non dégradée. Le prétraitement contient en général des opérations purement numériques
(conversion de types de données, réglage de la dynamique en cohérence avec le contraste affiché)
mais également des opérations liées à la chaîne de vision. Par exemple, on peut appliquer un filtrage
passe-bas sensé mimer le passage par le système optique de l’œil.

2. L’opération de filtrage visuel consiste en général à appliquer la fonction de sensibilité en contraste
de l’œil. En effet, l’œil est différemment sensible aux contrastes des objets présents, en fonction
de leurs fréquences spatiales. Cette fonction est connue et modélisée (voir par exemple [6]). Cette
opération peut néanmoins intervenir à la quatrième étape, en tant que normalisation, après la
décomposition en canaux.

3. La décomposition en canaux permet de séparer l’information en canaux d’orientation et de fré-
quence différentes. Ces canaux sont reconnus comme étant liés aux mécanismes des réponses neuro-
nales de le cortex primaire du système visuel. La base de fonctions choisie pour cette décomposition
peut être constituée de gaborettes [88], de différences de gaussiennes [92], etc.

4. Normalisation des canaux : à cette étape, on peut appliquer le fonction de sensibilité en contraste de
l’œil, comme nous l’avons vu plus tôt, mais également des mécanismes de masquage entre canaux.
En effet, une forte réponse dans certains canaux peut occasionner le masquage des fréquences
spatiales proches. C’est à cette étape qu’on peut appliquer ces fonctions de masquage, en tirant
partie de la décomposition en canaux. D’autres opérateurs non-linéaires de type saturation peuvent
également avoir leur place ici.

5. Sommation : la sommation est réalisée en général à l’aide d’un opérateur de fusion de type norme
de Minkowski 2

La mesure implémentée dans l’outil DCTune [89, 90] suit ce principe, et incorpore les mécanismes
de masquage en luminosité et en contraste. Cette mesure est fréquemment utilisée afin d’optimiser les
paramètres de compression JPEG.

Enfin, un certain nombre d’essais ont été menés afin de pouvoir mesurer la qualité d’une image sans
connaître l’image de référence. Même si dans le domaine de la compression ces techniques sont très mino-
ritaires, elles peuvent représenter un intérêt dans notre situation. En effet, si l’étape de détection n’a pas
fonctionné, on peut vouloir quand même tenter de mesurer la visibilité d’un artefact, sans connaître sa
position et les pixels qui le composent. Parmi ces techniques, on citera notamment Sheikh et Bovik [80],
qui modélisent les statistiques des scènes naturelles dans un espace d’ondelettes afin de mesurer les dé-
gradations apportées par des algorithmes de compression opérant dans cet espace, comme la compression
JPEG2000.

5.2.2 Les mesures statistiques
Une autre catégorie de mesures de qualité peut être formée à partir de toutes les mesures dites

statistiques. Ces mesures s’appuient uniquement sur les histogrammes ou les moments statistiques de
zones de l’image afin de mesurer une distance entre ces zones et le fond. Ces mesures sont également
utilisées afin de suivre des changements temporels, notamment en imagerie spatiale ou SAR, de zones
bien définies.

L’utilisation du ratio de Fisher et le rapport signal à bruit définis au début du chapitre 4 (section 4.1.1)
nécessite la connaissance des deux ensembles à comparer. Dans notre cas, on veut comparer le fond de
l’image, noté F , aux pixels définissant le défaut à mesurer, noté D.

Deux mesures statistiques communément utilisées sont la divergence de Kullback-Leibler et la distance
de Bhattacharyya.

2. m =
(∑

l

∑
k
cβ
l,k

) 1
β avec cl,k le keme coefficient du canal l et β un paramètre de la norme. Ce paramètre peut être

réglé par accord de la mesure avec des données d’évaluation subjectives.
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5.2.2.1 Divergence de Kullback-Leibler [49]

On donne ici la version symétrisée de la divergence de Kullback-Leibler (DKL), notée K :

K = D (PD‖PF ) +D (PF ‖PD) (5.6)

où D (PD‖PF ) est la DKL non symétrique :

D (PD‖PF ) =
∑
x

PD(x)PD(x)
PF (x) (5.7)

PF est la densité de probabilité des pixels du fond, et PD est la densité de probabilité des pixels de défaut.
La DKL est une mesure couramment utilisée en imagerie radar, donc en présence d’un fort bruit (speckle)
pour mesurer des évolutions temporelles de scènes [44]. Même si sa corrélation avec les performances des
modèles d’observateur est moins forte, d’après la littérature [35], que celle obtenue par la distance de
Bhattacharyya, la divergence de Kullback-Leibler présente l’avantage de pouvoir être calculée de manière
non-paramétrique, simplement à l’aide des moments d’ordre 1 à 4 des variables aléatoires F et D [58].
La DKL, dans son expression non-symétrique originelle (voir équation 5.7, est une mesure d’entropie
mutuelle : la DKL entre D et F représente le nombre de bits nécessaires pour coder, par un codage
entropique calculé sur F , les réalisations de D. Le principal défaut de cette mesure est son asymétrie Ce
problème peut être résolu très simplement en rajoutant la divergence réciproque, comme noté dans la
formule de l’équation 5.6.

5.2.2.2 Distance de Bhattacharyya

La distance de Bhattacharyya B présente, quant à elle, l’avantage d’être invariante par transformation
bijective sur F et D, ce qui n’est pas le cas par exemple du ratio de Fisher. On a :

B = − ln
√∑

x

PD(x) · PF (x) (5.8)

Dans [4, 35], il est notamment montré que la distance de Bhattacharyya est une bonne mesure de
contraste entre D et F . En effet, on constate que la relation entre les performances d’un modèle d’ob-
servateur, mesurée par une aire sous courbe ROC ou un taux de mauvaise classification, et la distance
de Bhattacharyya, est bijective et identique quelles que soient les lois de D et F . En particulier, dans
le cas d’un algorithme de détection à base de calcul de maximum de vraisemblance, il a été montré que
la distance de Bhattacharyya est directement liée à l’aire sous courbe ROC par une relation analytique.
Elle est donc un indicateur privilégié du contraste dans un contexte de détection (mesure de visibilité),
comme le notre.

Des tests rapides ont été menés afin d’utiliser ces mesures statistiques sur les défauts synthétiques, dans
un premier temps. Les résultats montrent une certaines faiblesse de ces mesures, qui repose sans doute
sur l’absence de prise en compte de la configuration spatiale du défaut. En effet, si on suppose connus les
pixels composant le défaut, on peut former différentes configurations spatiales menant à la même mesure
de Bhattacharyya ou de DKL, mais possédant des visibilités bien différentes. Dans des configurations de
type lignes défectueuses en particulier, les mesures n’ont pas donné satisfaction. Néanmoins, il faudrait
étendre cette étude, en introduisant un paramètre spatial. On pourrait par exemple s’inspirer de ce qui
a été fait avec la théorie de gestalts (voir page 89) afin d’isoler certaines configuration spatiales, et de
mesurer, dans cette configuration, une distance entre les pixels de défaut et le fond à l’aide des mesures
statistiques définies plus haut.
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5.2.3 Les mesures de type «Model Observer»

Outre la compression d’image, d’autres champs d’application des mesures de qualité ont permis de
nombreux développements : l’imagerie militaire et l’imagerie médicale. Dans l’imagerie médicale en parti-
culier, avec l’augmentation du nombre de modalités d’acquisition d’images (scanner, tomographie, mam-
mographie), il a été nécessaire de mettre en place une méthodologie complète d’évaluation de la qualité.
Cette méthodologie est destinée à remplacer les campagnes d’évaluation subjective, nécessitant la mobili-
sation de plusieurs experts humains, et donc très coûteuses en temps. De plus, pour certaines applications
où on cherche à optimiser des paramètres d’acquisition, ou de post-traitement, il devient impossible de
recourir à de telles campagnes d’évaluation.

Un grand nombre de «Model Observer»(MO) ont ainsi été développés, remplaçant le plus fidèlement
possible les campagnes d’évaluation subjective. Dans le cadre de ce chapitre, nous allons nous attarder
principalement sur trois mesures de type MO, dont deux seront appliquées aux défauts synthétiques. Pour
un panorama complet des autres MO, nous renvoyons aux chapitres 10 et 11 du «Handbook of Medical
Imaging» [7]. Il faut noter que pour ces trois mesures, nous nous sommes placés dans l’hypothèse d’un
signal connu, de transformée de Fourier S(u, v). En effet, la mesure intervient après l’étape de détection :
on dispose donc d’une estimation du signal à mesurer.

5.2.3.1 L’Hotelling Observer (HO)

La mesure du rapport signal à bruit issue de l’Hotelling Observer est celle correspondant à un filtrage
adapté, normalisée par la densité spectrale du bruit [5, 13] :

HO2
SNR =

∑
u,v

|S(u, v)|2

N(u, v) (5.9)

où S(u, v) est la transformée de Fourier du signal à mesurer, etN(u, v) est la densité spectrale de puissance
du bruit de fond de l’image, dans lequel le signal est noyé.

Cette mesure requiert la connaissance complète du signal à mesurer (pour réaliser le filtrage adapté)
ainsi que du bruit (pour effectuer la normalisation par la densité spectrale du bruit). Cette mesure est l’une
des plus pertinentes en présence de bruit corrélé, car elle permet de tenir compte de ces corrélations pour
extraire la mesure de visibilité du signal considéré. Néanmoins, son application est très délicate dans ce cas
car il faut connaître la densité spectrale de l’image de fond. Si cette image est uniquement constituée de
bruit, comme nous le considérerons dans l’application de cette mesure à la section suivante, il est possible
de déterminer cette densité spectrale. Par contre, lorsque l’on ne dispose pas d’une modélisation complète
de ce fond, et en particulier en présence d’un contenu clinique, la détermination de cette densité spectrale
nécessite la création de nombreuses réalisations de l’image de fond afin d’en obtenir une estimation fiable.

5.2.3.2 L’Hotelling Observer non blanchisseur avec filtre de l’œil (NPWE)

Le NPWE est une modification de l’Hotelling Observer afin de prendre en compte la fonction de
sensibilité en contraste de l’œil (CSF). En effet, des expériences physiologiques ont permis de déterminer
cette fonction, mettant en évidence un pic de sensibilité de l’œil à la fréquence de 4 cycles.deg−1. On
appelle cette fonction E et f la fréquence radiale. E(f) peut être approchée par [15] :

E(f) = f1,5 exp−cf0,68 (5.10)

Le facteur c est un scalaire à ajuster en fonction de la distance de visualisation, de la taille et de la
résolution de l’écran de visualisation, afin d’obtenir une réponse maximale à 4 cycles.deg−1.

On peut déterminer cette constante c en fonction de la position du pic de sensibilité f0. A une distance



136 Chapitre 5. Mesure objective de visibilité de défauts

d’observation d0, la constante c est alors déterminée par :

c = 1, 5
0, 68 · f0

d0
π

180

0.68 (5.11)

f0 étant exprimée en cycles.deg−1, d0 en mm et c en mm2.
Si il est reconnu que la fréquence radiale f0 du pic de sensibilité de la fonction doit être pris à

f0 = 4 cycles.deg−1, la forme de la fonction E(f) diffère selon les sources. Le modèle de fonction E(f) =
fα exp−cfβ revient toujours, mais avec des valeurs des paramètres α et β variables [94, 13, 15]. Nous
nous sommes fiés à la référence la plus récente en prenant α = 1, 5 et β = 0, 68. La figure 5.2 montre les
courbes de la CSF à différentes distances de visualisation (20 centimètres, 50 centimètres et un mètre).
On a représenté, en trait vertical, la fréquence spatiale maximale affichable par l’écran. Cette fréquence
dépend de la taille des pixels de l’écran (pitch). Ici, il s’agit d’un écran avec une taille de pixel de 0, 29mm.
On observe que lorsque l’on s’éloigne de l’écran, le pic de sensibilité se décale vers les basses fréquences
spatiales, ce qui est logique puisque ce pic est à 4 cycles; deg−1 quelle que soit la distance de visualisation.
Ce pic est également moins large à des distances de visualisation élevées.

Ce filtrage de l’œil est alors intégré au NPWE et conduit à la mesure suivante :

NPWE2
SNR =

(∑
u,v |S(u, v)|2 |E(u, v)|2

)2

∑
u,v |S(u, v)|2 |E(u, v)|4N(u, v)

(5.12)

où E(u, v) est le filtre de l’œil en coordonnées cartésiennes. 3

Le signal à mesurer S(u, v) est corrélé avec le filtre de l’oeil, ainsi qu’avec le bruit filtré. On mesure
le rapport signal à bruit de ce procédé par division de ces deux quantités. Comme son nom l’indique, la
mesure ne compense pas les éventuelles corrélation du bruit et n’est donc pas optimale en présence d’un
bruit non blanc.

5.2.3.3 Le Channelized Hotelling Observer (CHO)

La dernière mesure que nous détaillerons ici est celle dite du Channelized Hotelling Observer. Le
processus intègre des aspects du système visuel humain en décomposant les signaux sur un nombre réduit
de sous-bandes fréquentielles, les canaux. Les réponses dans chacun des canaux sont ensuite sommées.

Plusieurs fonctions sont possibles pour former les canaux du CHO. Nous nous attacherons ici à illustrer
les canaux de type filtres de Gabor, couplés à la fonction de sensibilité de l’œil décrite auparavant. Les
fonctions de Gabor sont couramment utilisées pour cette tâche [95, 15], grâce aux résultats d’études
psycho-visuelles qui ont montré qu’une bande passante d’un octave en fréquence 4 estime relativement
bien le fonctionnement du système visuel humain : or, les filtres de Gabor permettent de contrôler assez
facilement cette bande-passante. Couplées à une modulation par la CSF, ce mécanisme en canaux permet
de construire un modèle simple du système visuel. La formule, en fréquence, d’un canal est donc donnée
par :

cho(f) = exp
(
−1

2
(f − fc)2

σ2
fc

)
· E(f) (5.14)

avec fc la fréquence centrale en cycles.deg−1, E(f) la CSF comme définie par l’équation 5.10, et σfc =
fc

3
√

2 ln 2 . Nous avons ici calculé la valeur de σfc de manière à respecter la bande passante d’un octave.
En formant plusieurs de ces canaux, à des fréquences centrales et des orientations variables (la litté-

rature donne en général cinq ou six fréquences centrales, entre 1 et 16 cycles par degré, en puissance de
3. A l’aide de l’équation 5.10, on peut déduire E(u, v) :

E(u, v) = E

(√
u2 + v2

)
=
√

(u2 + v2)
1,5

exp
{
−c
(√

u2 + v2
)0,68

}
(5.13)

4. La bande passante, en octave, est le log2 du rapport entre les deux fréquence de coupure à mi hauteur
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Figure 5.2 – Sensibilité de l’œil en fonction de la fréquence spatiale des objets et à différentes distances d’obser-
vation. Les 3 courbes ont été normalisées en amplitude afin de pouvoir être affichées sur le même graphique.

2, et huit orientations uniformément échantillonnées entre 0 et π, voir par exemple [29]), on crée le banc
de filtres constituant les différents canaux, qu’on note Ck. La figure 5.3 montre la fonction de transfert de
cinq canaux différents, pour des fréquences centrales variables. On observe que la bande passante est va-
riable en fonction de cette fréquence centrale, ce qui est censé représenter une caractéristique du système
visuel humain. La CSF est également représentée. Afin d’en tenir compte lors de la décomposition des
canaux, on peut moduler l’amplitude de chaque canal par cette CSF. Il y a deux possibilité pour cela :

– modulation en amplitude : l’expression du canal est simplement modulée en amplitude par la CSF :

Cmodk (f) = Ck(f) · E(f) (5.15)

– pondération du canal entier par l’amplitude de la CSF à la fréquence correspondant à la fréquence
centrale du canal :

Cmodk (f) = Ck(f) · E(fck) (5.16)

où fck est la fréquence centrale du canal k.
Nous avons choisi cette deuxième solution, qui se retrouve dans la littérature [15]. Une explication

possible est que la CSF, qui traduit plutôt un phénomène optique (filtrage par l’optique de l’œil, conversion
des photons en signal électrique par les photorécepteurs de la rétine, etc) intervient avant le mécanisme
des canaux, qui modélise les mécanismes du cortex visuel primaire.

Le signal est alors filtré par les différents canaux :

Vk(u, v) = S(u, v) · Ck(u, v) (5.17)

Le rapport signal à bruit final est alors formé de la manière suivante :

CHO2
SNR =

∑
k

{ ∑
u,v |S(u, v)Ck(u, v)|2∑
u,v N(u, v) |Ck(u, v)|2

}
(5.18)
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Figure 5.3 – Représentation des différents canaux pour cinq valeurs de fréquence centrale différentes : fc =
1; 2; 4; 8; 16 cycles.deg−1.La CSF est également représentée.

L’intérêt que l’on peut voir dans cette méthode est qu’elle permet notamment une meilleure évaluation
des défauts de type structure linéaire. En effet, ces structures seront bien capturées par un seul canal. La
formule du CHOSNR (equation 5.18) montre qu’il y a une intégration de l’énergie sur chacun des canaux,
avant sommation finale. La structure linéaire va donc être intégrée sur le canal qui la capture, et ainsi
son poids sera bien supérieur dans la sommation finale, comparée à la méthode de l’Hotelling Observer
qui réalise une sommation sur toutes les fréquences spatiales, fréquence à fréquence.

Un autre intérêt de la méthode repose dans la possibilité d’évolutions facilitée par l’utilisation de la
décomposition en canaux. En particulier, cette décomposition est particulièrement utilisée pour introduire
des mécanismes non-linéaires du système visuel humain [95]. On peut également imaginer des méthodes
utilisant une pondération différentes des canaux, en fonction des propriétés de visibilité de chacune
des plages fréquentielles constituant ces canaux. En effet, à chaque canal correspond un filtre spatial
dont l’impact visuel individuel peut être facilement évalué. On peut alors effectuer une pondération de
chaque canal en fonction d’évaluations subjectives de la visibilité. Certaines variantes remplacent même
la sommation finale sur les canaux, par un opérateur de maximum : seul le rapport signal à bruit maximal
sur les canaux est utilisé pour former la mesure.

Faute de temps, nous n’avons pas pu appliquer le potentiel du CHO à la mesure de nos artefacts,
mais il s’agit là d’une perspective envisageable à court terme.

5.3 Application de mesures de visibilité sur les défauts synthé-
tiques

Afin de vérifier les performances de trois différentes mesures définies auparavant, nous allons appliquer
ces mesures aux défauts synthétiques présentés dans le chapitre 4. Nous rappelons qu’il s’agit ici de défauts
synthétiques dont on connaît parfaitement la localisation (ils ont été construits à partir de masques
connus), et noyés dans un bruit synthétique blanc. Nous allons appliquer à ces défauts les mesures
suivantes :
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1. la mesure de référence, qui est une mesure d’énergie avec estimation du bruit de fond local (voir
section suivante),

2. la mesure de l’Hotelling Observer (voir équation 5.9),
3. la mesure de l’Hotelling Observer non blanchisseur avec filtre de l’œil (voir équation 5.12).
Afin de comparer les résultats, nous allons former pour chaque défaut un échantillonnage de la mesure

entre deux valeurs choisies à la main : une valeur faible réglée de manière à être en présence de défauts non
visibles, et une valeur élevée correspondant à des défauts bien visibles à l’écran. Les différentes valeurs
des mesures sont obtenues en réglant la puissance du bruit de fond.

5.3.1 Mesure de référence : énergie avec normalisation locale

En guise de mesure de référence, nous avons considéré la mesure existante à Trixell, notée MTrix.
Cette mesure est assez différente des deux mesures de type Hotelling Observer que nous avons également
testées. En effet, la mesure de l’énergie ne nécessite aucune connaissance a priori sur le bruit ou sur le
défaut à mesurer. La mesure s’effectue en trois étapes :

1. l’image à mesurer, dont on a préalablement retranché la valeur moyenne (cette opération peut
être effectuée par estimation locale ou globale en fonction de la taille de l’image), est découpée
en blocs Bk de 60 × 60 pixels semi-recouvrants. Sur chacun de ces blocs, on calcule l’énergie des
pixels (somme des valeurs au carré des pixels),

2. normalisation : les valeurs des énergies sont normalisées par la valeur médiane des énergies calculées
sur tous les blocs. Dans notre cas, comme on a appliqué cette mesure sur des images de petite
taille, nous avons normalisé par une référence déterminée à partir de tirage aléatoire de bruit de
fond ne contenant pas de défaut. Ceci permet de se placer dans un cas comparable à l’utilisation
pratique, où la mesure est appliquée sur image de grande taille.

3. La mesure retournée est la valeur maximale des énergies normalisées.
On a finalement :

M2
Trix = max

k

∑
i,j Bk(i, j)2

medianer (Nr(i, j)2) (5.19)

où Nr sont les tirages aléatoires de bruit de fond et Bk les matrices issus du découpage en blocs de l’image
à mesurer. Pour notre application, on a tiré 112 blocs de 60×60 pixels de bruit pour déterminer la valeur
de normalisation.

Sur la figure 5.4 sont représentés les résultats de cette mesure appliquée aux défauts synthétiques.
Cette présentation permet une vérification visuelle simple et rapide de l’efficacité de la mesure, bien qu’elle
ne peut se substituer à des confrontations aux évaluations subjectives de la qualité (voir notamment [1]).

A partir de cette figure, on peut identifier deux problèmes principaux :
1. problème d’échelle de la mesure : comme nous venons de le voir, l’échelle de la mesure n’est pas

adaptée aux défauts, et ce comportement est dépendant du type de défaut mesuré. En effet, ce
manque d’adaptation se fait en particulier ressentir sur des défauts filiformes (défauts Image ou
Lines par exemple) pour lesquels le défaut est présent dans tous les blocs. Dans cette configuration,
l’impact du défaut sur la valeur du bloc est très faible, ce qui rend la mesure peu sensible.

2. Comportement différent de la mesure selon la nature du défaut : par exemple, à MTri = 1.015,
on voit apparaître, certes assez légèrement, les défauts Square et Spot, mais pas du tout les
défauts Highernoise et Oscillations. Ceci s’explique par le fait que la mesure capture assez bien la
caractéristique principale de ces deux derniers défauts, qui sont des défauts possédant un niveau
de variance locale plus élevée que le fond. Par contre, sur des défauts comme Lines et Spot, la
mesure est inadéquate car elle ne peut mesurer la caractéristique de ces défauts, qui est une faible
déviation de la valeur moyenne. Ainsi, pour des valeurs de la mesure similaires, la puissance de
bruit est supérieure pour ces défauts, et donc ils sont très peu visibles.

Ces problèmes étaient attendus, étant donné que la mesure est surtout adaptée à des défauts à forte
variance locale. Néanmoins, dans le cas pratique, cette mesure est utilisée fréquemment pour quantifier
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l’impact visuel d’un défaut à Trixell, car les défauts étendus ou filiformes sont moins fréquents que les
défauts présentant des structures à forte variance (type pixellisation). Le point fort de cette mesure est
qu’elle ne nécessite d’aucune connaissance a priori, et que le bruit de fond servant de référence est estimé
localement.

5.3.2 Mesure de l’Hotelling Observer (HO)
La mesure de l’Hotelling Observer, comme définie par l’équation 5.9 est appliquée aux défauts syn-

thétiques. Le bruit de fond étant blanc, on a N(u, v) = σ2

n2 , n2 étant le nombre de pixels des images, et σ2

la variance du bruit de fond. Dans ces conditions, la formulation de la mesure revient à un rapport signal
à bruit classique, tel que celui défini au début du chapitre 4 pour caractériser les défauts synthétiques :

RSB(F,D) ∝ (µD − µF )2

σ2
F

(5.20)

Les résultats obtenus pour cette mesure sont synthétisés sur la figure 5.5.
Cette vérification permet d’étudier deux comportements de la mesure :
– sa capacité à discriminer les défauts du bruit de fond
– sa faculté de généralisation à différents types de défauts

Sur les résultats de la figure 5.5, on peut noter que la mesure du rapport signal à bruit mesure assez mal
les défauts Oscillations, Highernoise et Image. En particulier, si on observe la deuxième colonne de la
figure, correspondant à une mesure de HOSNR = 6.6, on voit que la mesure affecte la même valeur à des
défauts visibles (Lines, Spot et Square) qu’à des images ne contenant visuellement que du bruit de fond.
Ceci permet de dire que la discrimination des défauts par rapport au bruit de fond est mauvaise pour
cette mesure. D’un point de vue général, on observe que le défaut Image est surévalué : il est mesuré avec
des valeurs élevées, alors qu’il n’apparaît visuellement pas sur les images représentées. Il en est de même,
dans une moindre mesure, pour les défauts Oscillations et Highernoise. Dans le même temps, on visualise
clairement la visibilité croissante des défauts Lines, Square et Spot. Ce comportement hétérogène en
fonction de la nature du défaut mesuré traduit une mauvaise généralisation de la mesure à des défauts
de nature variable.

Ces résultats étaient attendus car la mesure prend en compte l’information spatiale du défaut uni-
quement dans son aspect global : l’information est sommée sur toute l’image. Ainsi, les défauts compacts
(Spot et Square) ont une mesure sous estimée : même si statistiquement ils n’apparaissent pas très forts,
leur nature spatiale (concentration sur une petite distance) les rend très visibles. A contrario, le défaut
Image est, par les valeurs des pixels qui le composent, assez fort, mais ces pixels sont dispersés sur une
grande surface. La mesure surestime sa visibilité. Néanmoins, les résultats sont globalement meilleurs
comparés à la méthode précédente de calcul d’énergie avec normalisation locale.

5.3.3 L’Hotelling Observer non blanchisseur avec filtre de l’œil (NPWE)
On applique maintenant la mesure de l’Hotelling Observer non blanchisseur, mais avec filtrage de l’œil.

Dans notre cas, le bruit étant blanc, l’absence d’une processus de blanchiment dans le calcul de la mesure
ne pose pas problème. On a appliqué la formule de l’équation 5.12, avec une distance de visualisation
d0 = 50cm pour appliquer le filtre de l’œil (équations 5.10 et 5.11). Il en résulte le filtre représenté sur la
figure 5.6.

Les résultats de la mesure du NPWE sur les six défauts synthétiques sont représentés sur la figure 5.7.
On observe clairement les effets bénéfiques du filtre de l’œil, notamment sur le défaut Oscillations.

Le filtrage des hautes fréquences a permis de réduire la surestimation de ce défaut, qui se rapproche
maintenant, en termes de mesure, des défauts Spot et Square. L’effet est le même, certes dans une
moindre mesure, sur les défauts Image et Highernoise. Néanmoins, ces défauts restent sous-estimés en
visibilité par rapport aux défauts Spot et Square, qui ont eux aussi été filtrés par le filtre, mais dans sa
plage basse-fréquence. Ils sont donc devenus légèrement plus visibles, à même niveau de la mesure.
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MTri = 1.0110 MTri = 1.0150 MTri = 1.0163 MTri = 1.0196 MTri = 1.2000

Figure 5.4 – Défauts synthétiques (de bas en haut : Lines, Image, Spot, Square, Oscillations et Highernoise) à
mêmes valeurs de mesure de MTri. La puissance du bruit de fond est ajustée de manière à obtenir les valeurs de
MTri fixées.



142 Chapitre 5. Mesure objective de visibilité de défauts

HOSNR = 2.0 HOSNR = 6.6 HOSNR = 15.8 HOSNR = 20.4 HOSNR = 25.0

Figure 5.5 – Défauts synthétiques (de bas en haut : Lines, Image, Spot, Square, Oscillations et Highernoise) à
mêmes valeurs de mesure de HOSNR. La puissance du bruit de fond est ajustée de manière à obtenir les valeurs
de HOSNR fixées.
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(a) Filtre de l’oeil (coupe radiale) (b) Filtre de l’oeil (représentation
fréquentielle)

Figure 5.6 – Filtre de l’œil calculé à d0 = 50cm : coupe radiale et transformée de Fourier du filtre (fréquence
nulle au centre de l’image).

5.4 Conclusions
Dans cette partie, nous avons fait une revue de trois grandes classes de mesure de qualité, qui peuvent

être utilisées comme mesure de visibilité, apparaissant dans la littérature. La quantité de travaux menés
sur le sujet, et la grande diversité des méthodes proposées, reflète la complexité de la tâche, et surtout la
grande difficulté à trouver une méthode de mesure pouvant s’appliquer à une large variété de défauts. Pour
illustrer ceci, nous avons mené des tests de vérification de deux mesures issues des mesures de type Model
Observer : l’Hotelling Observer et l’Hotelling Observer non blanchisseur avec filtre de l’œil. La variété
des défauts synthétiques suffit à mettre en échec ces deux mesures, dans un contexte pourtant idéal de
bruit de fond blanc. Néanmoins, l’amélioration apportée par l’ajout du filtre de l’œil est encourageante, et
nous pousse à tenter d’incorporer des aspects psychovisuels dans l’élaboration d’une mesure. En ce sens,
la mesure du Chanelized Hotelling Observer offre un cadre simple pratique, et est d’ailleurs la mesure de
base de nombreuses études visant à enrichir les mesures de qualité avec des éléments mimant le système
visuel humain.

L’introduction à la mesure de visibilité que nous avons donnée dans ce chapitre appelle naturellement
à la conduite d’autres travaux. Dans un premier temps, on pourrait se placer dans un cadre restreint, en
choisissant un type de défaut bien précis à mesurer, quitte à faire varier éventuellement le bruit de fond
et le contexte. En effet, il est très difficile de mesurer avec une même méthode des défauts de natures
différentes, d’où l’idée de mesurer d’abord correctement une certaine classe de défauts, pour ensuite
essayer de généraliser cette mesure en optant par exemple pour l’utilisation de plusieurs mesures et leur
fusion en un seul critère. Enfin, l’élaboration d’une telle mesure nécessite qu’elle soit confrontée à des
données d’évaluation subjective de la visibilité. Des premières données ont été recueillies dans ce but.
Leur exploitation, et éventuellement la définition d’une base de données de validation subjective plus
large, constitue un élément important afin de confirmer l’efficacité des mesures développées.
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NPWESNR = 2.0 NPWESNR = 6.6 NPWESNR = 15.8 NPWESNR = 20.4 NPWESNR = 25.0

Figure 5.7 – Défauts synthétiques (de bas en haut : Lines, Image, Spot, Square, Oscillations et Highernoise) à
mêmes valeurs de mesure de NPWESNR. La puissance du bruit de fond est ajustée de manière à obtenir les
valeurs de NPWESNR fixées.
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Conclusions
Cette thèse constituait un projet ambitieux visant à obtenir des méthodes et des outils pour traiter

la thématique globale de l’analyse de qualité d’images. En effet, Trixell produit des milliers de détecteurs
numériques chaque année, et l’enjeu industriel est de contrôler les images issues de tous ces détecteurs afin
de fournir une analyse fine des défauts pouvant apparaître aléatoirement sur ces images. La principale
problématique de cette thèse était de mettre en place une chaîne d’analyse de qualité d’images, en
s’appuyant sur la spécificité des images Trixell. Ces images sont généralement des images techniques,
sans contenu clinique, où les seules structures apparaissant, en plus des éventuels défauts de fabrication,
étant du bruit issu soit de la technologie des panneaux plats (bruit structuré), soit de la source de rayons
X, soit de l’électronique de lecture.

Nous nous sommes ainsi placés dans ce cadre, et nous avons défini, dans le chapitre 2, une chaîne
complète d’analyse de la qualité. Cette chaîne permet, à partir des images techniques issues des détecteurs
plats, de :

1. retirer les structures de bruit issues de la technologie du détecteur : ces structures apparaissant
de manière systématique, elles n’étaient pas l’objet premier de l’analyse de la qualité, et donc de
cette thèse

2. détecter les défauts apparaissant aléatoirement dans ces images
3. donner une estimation de ces défauts à l’aide d’un débruitage de la zone défectueuse
4. mesurer l’impact visuel de chaque défaut dans un contexte de fond défini

Cette chaîne a été décrite dans le chapitre 2, et illustrée à l’aide d’exemples réels de défauts. Le principe de
cette chaîne est de détecter et d’extraire chaque défaut, qui est ensuite traité indépendamment de l’image
de laquelle il est issu. Cette extraction est une étape assez délicate car il faut capturer correctement le
défaut, à l’échelle adéquate, afin de minimiser le volume de données capturées, mais de conserver un
défaut visible à l’œil. Une méthode simple de capture a donc été proposée (page 36). Chaque défaut subit
alors une étape de débruitage, destinée à estimer le plus finement possible les défauts, indépendamment
du bruit de fond. Une méthode de débruitage, s’appuyant sur la nature spécifique des défauts rencontrés,
a donc été développée, et testée avec succès sur de nombreuses images (page 40).

La chaîne ayant été appliquée à plusieurs images réelles nous avons pu, grâce à cette expérimentation,
identifier un certain nombre de limitations. La principale porte sur le manque de sensibilité de l’étape de
détection, qui a des difficultés à détecter les défauts de faible intensité, mais présentant des corrélations
spatiales importantes.

Ainsi, dans le chapitre 4, nous nous sommes attachés à définir des méthodes de détection plus efficaces,
utilisant notamment les aspects spatiaux des défauts en plus de leurs aspects purement statistiques. Après
avoir décrit, dans le chapitre 3, la méthode de comparaison d’algorithmes de détection s’appuyant sur
l’analyse ROC, développée au cours de cette thèse, nous avons donc pu tester un certain nombre de
nouvelles méthodes de détection. A la suite de ces tests, il apparaît que certaines méthodes, en particulier
la méthode de moyenne statistique pondérée (page 116), ou la méthode de filtrage directionnel (page 106),
donnent des résultats encourageants sur des défauts synthétiques représentatifs de la difficulté de la tâche
de détection.

Enfin, dans un dernier chapitre, nous avons décrit les possibilités offertes dans la littérature afin
d’améliorer l’étape de mesure de visibilité des défauts. En effet, la mesure classique, s’appuyant sur
un calcul d’énergie, se révèle insuffisante dans le cas de défauts possédant des corrélations spatiales
fortes. Nous avons donc détaillé les différentes classes d’architecture de mesure objective de la qualité
se retrouvant dans la littérature. Un éclairage particulier a été donné à une certaine classe de mesures,
celles s’appuyant sur des modèles d’observateurs. Ces mesures sont très fréquemment utilisées en imagerie
médicale afin d’évaluer les performances, en termes de détectabilité d’objets du point de vue du praticien,
de différentes modalités d’acquisition d’images ou différentes conditions d’acquisition. Après avoir décrit
trois mesures de bases s’appuyant sur de tels modèles, nous en avons testé deux sur défauts synthétiques.
Les tests de la deuxième mesure sont encourageants. Les capacités de cette mesure à dissocier les défauts
du bruit de fond, et à mesurer une large gamme de défauts, semblent être supérieures à celles de la



mesure de base, semblable à la première mesure testée. Des perspectives d’amélioration ont également
été données, à travers l’utilisation d’un modèle décomposant les images sur différents canaux fréquentiels,
censés être représentatifs du processus effectué par le système visuel humain.

Les principaux résultats de cette thèse reposent dans la définition de l’architecture globale d’une chaîne
d’analyse de la qualité et la définition d’algorithmes de détection susceptibles d’améliorer significativement
les performances en détection de la chaîne. D’un point de vue scientifique, ces algorithmes de détection,
ainsi que la méthode développée afin de les comparer, constituent l’apport principal de cette thèse. Du
côté industriel, le développement d’une chaîne complète d’analyse de la qualité, prenant en compte les
spécificités des images générées dans l’entreprise, et d’une grande modularité, constitue un outil essentiel
au développement de l’analyse qualité des images issues des détecteurs en production. Les développements
annexes, comme la définition des formats de fichiers nécessaires pour l’archivage des défauts extraits par
la chaîne, sont également des apports notables dans ce but.

Perspectives

Les travaux exposés dans cette thèse sont donc une première voie en vue du développement industriel
de la chaîne complète d’analyse de qualité des images. Les aspects très transverses ouvrent à de nombreuses
perspectives. Elles sont d’ordre industriel et d’ordre scientifique.

Du point de vue industriel, la suite logique des développements décrits dans ce manuscrit est natu-
rellement la confrontation d’un certain nombre de méthodes à la réalité. En particulier, les méthodes de
détection décrites au chapitre 4 doivent être testées en grande échelle et sur des cas réels. L’application
de ces méthodes à des images de grande taille posera certainement le problème de l’échelle de détection.
En effet, nous avons appliqué ces méthodes sur des défauts synthétiques, à petite échelle, mais dans le cas
réel les défauts peuvent être de grande échelle, jusqu’à une extension de mille pixels. On pourrait alors
réfléchir à l’intégration d’une stratégie rapide, comme celle développée avec la méthode basée ondelettes,
qu’on couplerait alors avec la méthode de détection dans chacune des sous-bandes. Cette approche permet
de garantir un temps de calcul et un volume de données à traiter raisonnable, mais souffre également du
problème de la transformée en ondelettes classique : la variance par translation. Pour palier ce problème,
il faudrait également étudier d’autres transformations, comme l’ondelette à trous. Dans la même idée,
des transformées de type curvelets pourraient être utilisées, toujours dans l’idée de se doter d’un outil
de détection multi-échelle tout en limitant la puissance de calcul nécessaire et la quantité de données à
traiter, qui sont des contraintes industrielles importantes dans notre cas.

Toujours du point de vue industriel, il pourrait être utile de définir une méthode de classification des
défauts. Plusieurs solutions peuvent être envisagées dans ce cas, mais il semble qu’une méthode semi-
supervisée soit la plus appropriée. Il faudrait en effet être capable de définir des classes de défauts revenant
de manière très fréquente, à l’aide d’attributs géométriques par exemple. Chaque nouveau défaut serait
alors confronté à cette base de défauts connus, et associé à une classe. La difficulté résiderait ici dans la
gestion de l’apparition d’une nouvelle classe de défaut. Une telle méthode de classification automatisée
des défauts serait d’une grande valeur ajoutée du point de vue industriel.

Concernant la mesure de visibilité, les perspectives industrielles et scientifiques sont multiples. En
effet, dans un premier temps il faudrait définir une méthode de validation de mesures par des données
d’évaluation subjective. Ensuite, se pose le problème de la mesure, et en particulier de comment mesurer
avec une seule méthode des défauts de nature très variable. Sur ce point, on peut légitimement imaginer
l’utilisation de fusions de plusieurs critères de qualité, comme c’est d’ailleurs fait dans de nombreuses
études publiées. Dans ce cadre, les données d’évaluations subjectives prennent toute leur importance car
les paramètres de fusion devront certainement être optimisés de manière à ce que la mesure soit une
évaluation fidèle à celle donnée par les observateurs humains. Pour le développement de la mesure elle-
même, la voie naturelle est d’utiliser une architecture de type décomposition en canaux, qui permet de



contrôler assez facilement une diversité des structures à mesurer, et de leur affecter des poids différents
sur la mesure de visibilité globale.

En conclusion, les perspectives d’amélioration de la chaîne d’analyse de la qualité sont très nombreuses.
La multiplication des sources d’images numériques est un élément moteur pour le développement de
techniques de traitement d’images, et notamment celles relatives à l’analyse de la qualité de ces images.
Il est évident que bon nombre de ces techniques peuvent être utilisées à bon escient dans le monde
industriel. La grande difficulté, comme souvent dans le domaine du traitement d’images, étant d’arriver
à implémenter ces techniques et à les adapter aux spécificités et aux contraintes industrielles. Dans ce
contexte, le pragmatisme est un adversaire très difficile à surpasser !
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Calculs des seuils théoriques pour un
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Ce chapitre détaille les calculs des seuils théoriques pour les méthodes de détection d’un pixel isolé,
et d’un groupement de pixels par calcul de moyenne et de variance. On notera, par analogie avec le
chapitre 2.3, les seuils des trois méthodes respectivement tp, tm et ts. Les méthodes s’appuient sur le
calcul d’une statistique qui sera seuillée pour réaliser la détection. Les statistiques des méthodes seront
notées comme suit :

– pour la méthode de détection d’un pixel isolé (voir section 2.3.2.1), on appellera P la statistique
calculée. On détectera ainsi un défaut dans l’image si |P | ≥ tp.

– pour la méthode de détection d’un groupement de pixels (voir section 2.3.2.2), deux statistiques
sont calculées : M et S correspondant respectivement à un calcul de moyenne et de variance sur la
ROI à tester. La ROI sera détectée si |M | ≥ tm ou |S| ≥ ts.

Dans toute la suite de ce chapitre, on souhaite que chaque méthode possède le même taux de fausse
alarme noté τfa. On va déterminer les seuils des trois méthodes pour ce taux de fausse alarme fixé.
Ces calculs ont été faits dans notre cadre particulier, mais ils sont néanmoins assez classiques. Pour une
approche plus générale de ces problèmes statistiques, on pourra se référer à [79].

A.1 Détermination de tp
Comme dans le chapitre 2.3, on considère que les pixels pi,j de l’image sur laquelle est appliquée la

détection sont spatialement indépendants, et suivent une loi gaussienne de moyenne µ et de variance σ2.
La statistique P, pour la tâche de détection d’un pixel isolé, est simplement la valeur du pixel centrée et
réduite, les paramètres de la loi que suivent les pixels étant calculés à chaque fois sur un voisinage du pixel
traité. On détermine ainsi les estimations des deux paramètres de la loi µ̂ et σ̂. Dans le cas général ces
deux estimations dépendent du pixel (i, j) autour duquel elles sont calculées. Néanmoins, pour simplifier
les calculs, dans le cadre de cette étude théorique, on ne tiendra pas compte de cette dépendance. On a
donc P =

∣∣∣pi,j−µ̂σ̂

∣∣∣ et P ∼ N (0, 1). La densité de probabilité fg de la loi gaussienne centrée réduite étant
classiquement donnée par :

fg : R −→ [0; 1]

x 7−→ 1√
2π

exp
{
−1

2x
2
}

Si on appelle Fg la fonction de répartition de la loi gaussienne, et F−1
g sa fonction réciproque :

Fg : x 7−→ Pr (P ≤ x)
F−1
g : y 7−→ arg {Pr (P ≤ x) = y}

On cherche alors le seuil tp à appliquer à P tel que Pr (|P | ≥ tp) = τfa. En tenant compte de la
symétrie de la loi gaussienne, on sait que, pour tout x ∈ R, Pr (P ≤ −x) = Pr (P ≥ x). Ceci nous permet
de choisir un unique seuil tp afin de détecter des valeurs anormalement basses ou anormalement hautes
de la statistique P . Ce seuil peut être calculé à l’aide de l’inverse de la fonction de répartition :

Pr (P ≥ tp) + Pr (P ≤ tp) = τfa (A.1)

Pr (P ≤ −tp) = Pr (P ≥ tp) = τfa

2 (A.2)

et donc
tp = −F−1

g

(
τfa

2

)
= F−1

g

(
1− τfa

2

)
(A.3)

En pratique, les valeurs de F−1 sont calculées par approximation [91, 2]. Le tableau A.1 et la figure A.1
donne les valeurs de tp à appliquer en fonction du taux de fausse alarme. Pour la détection d’un pixel
isolé, on utilise un seuil de tp = 6 ce qui correspond à un taux de fausse alarme théorique de l’ordre de
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Figure A.1 – Courbe du seuil à appliquer à la statistique P , M ou S en fonction du taux de fausse alarme τfa.

τfa 10−5 10−6 10−7 10−8 1.973 · 10−9 10−9 10−10 10−11

tp 4.417 4.892 5.327 5.731 6.000 6.109 6.467 6.807

Table A.1 – Seuils tp à appliquer en fonction du taux de fausse alarme. En gras, le seuil utilisé en pratique.

10−9 : pour un milliard de pixels testés, nous obtiendrons en moyenne un pixel faussement détecté comme
défectueux.

A.2 Détermination de tm

En prenant toujours l’hypothèse de gaussianité et d’indépendance des pixels p(i, j), p(i, j) ∼ N (µ, σ2)
on peut également calculer théoriquement le seuil tm à appliquer à la statistique M . On rappelle que
pour un pixel (i, j) et son voisinage Fi,j de taille NF × NF pixels, on calcule pour chaque (i, j) la
quantité mFi,j = 1

N2
F

·
∑

(m,n)∈Fi,j p(m,n). On peut alors montrer que la statistique M = {mi,j} suit
une loi gaussienne : en effet, les mi,j sont des combinaisons linéaires de variables aléatoires gaussiennes
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indépendantes. De plus on a :

E {M} = E

 1
N2
F

·
∑

(m,n)∈Fi,j

p(m,n)


= 1

N2
F

·
∑

(m,n)∈Fi,j

E {p(m,n)}

= 1
N2
F

·
∑

(m,n)∈Fi,j

µ

= µ

La variance de M s’écrit également en fonction des paramètre de la loi suivie par les pixels :

Var {M} = E
{

(M − µ)2
}
≈ E

 1
N2
F

·
∑

(m,n)∈Fi,j

(p(m,n)− µ)2


= 1

N4
F

E

 ∑
(m,n)∈Fi,j

(p(m,n)− µ)2


= 1

N4
F

·N2
Fσ

2

= 1
N2
F

· σ2

Finalement, on déduit la loi de M : M ∼ N
(
µ, σ

2

N2
F

)
. Les paramètres de cette loi dépendent de la

taille NF de la fenêtre d’analyse Fi,j . Cette taille est paramétrée par l’utilisateur en fonction de l’échelle
de détection qu’il souhaite traiter, en sachant que les défauts de taille similaire à celle choisie seront
détectés de manière optimale. Dans la méthode de détection présentée dans la section 2.3.2.2, la moyenne
et la variance de P est estimée par respectivement µm et σm.

Le seuil de détection est alors appliqué sur M de telle manière qu’un groupement de pixel centré en
(i, j), est détecté comme défectueux, si

∣∣∣mi,j−µmσm

∣∣∣ ≥ tm. Pour avoir une tache de détection possédant un
taux de fausse alarme de τfa, il faut calculer le seuil tm tel que :

Pr
(∣∣∣∣M − µmσm

∣∣∣∣ ≥ tm) = τfa

Comme M suit une loi gaussienne, de la même manière que la statistique P précédemment étudiée,
on peut se placer dans le même cas. Les seuils de détection et les taux de fausse alarme (figure A.1 et
table A.2) sont identiques et ne dépendent pas de la taille de la fenêtre d’analyse. Le seuil de détection
utilisé pour paramétrer cet algorithme de détection a été déterminé empiriquement à tm = 4, ce qui
correspond à un taux de fausse alarme de l’ordre de 10−5 qui est significativement plus élevé que celui
obtenu à l’aide du seuillage de la statistique P . Ceci traduit le fait que l’oeil est plus sensible à des
groupements de pixels défectueux qu’à des pixels isolés, ce qui oblige à augmenter la sensibilité de la
détection. En contrepartie, on obtient un taux de fausse alarme significativement supérieur. Néanmoins,
la statistique utilisée est calculée sur des groupement de pixels : on obtiendra ainsi avec le seuil de
tm = 4 une fausse alarme toutes les 100000 fenêtres d’analyse traitées. Pour la méthode retenue, dans
une image de taille 3002 × 3002, il y a 183184 ROIs à analyser (découpage par blocs de taille 15 × 15
semi-recouvrants). On obtient alors en moyenne 11 fausses alarmes (qui sont des ROI de 15× 15 pixels)
par image analysée.
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τfa 6.334 · 10−5 10−5 10−6 10−7 10−8 10−9 10−10 10−11

tp 4.000 4.417 4.892 5.327 5.731 6.109 6.467 6.807

Table A.2 – Seuils tm à appliquer en fonction du taux de fausse alarme. En gras, le seuil utilisé en pratique.

A.3 Détermination de ts

Le seuil ts est appliqué sur la statistique S =
{
sFi,j

}
. On note µs = E {S} et σ2

s = E
{

(S − µs)2
}
.

On suppose ainsi que la statistique S est stationnaire sur l’image analysée, et donc que ses paramètres
ne dépendent pas de la fenêtre Fi,j sur laquelle elle est calculée. Un groupement de pixels centré en (i, j)

sera alors détecté si |sFi,j−µs|σs
≥ ts.

On a (estimateur sans biais de la variance) :

sFi,j = 1
N2
F − 1 ·

∑
(m,n)∈Fi,j

(p(m,n)−mF )2 ≈ 1
N2
F

·
∑

(m,n)∈Fi,j

(p(m,n)−mF )2 (A.4)

Par hypothèse, on sait que les p(m,n) sont indépendants et suivent une loi gaussienne de moyenne µ
et de variance σ2.

Théorème A.1 (Fisher-Cochrane) Soit un vecteur aléatoire gaussien centré réduit X ∼ N (0, Ik).
Soient q matrices symétriques définies non négatives, {Ai}1≤i≤q, de rangs r1, . . . , rq et telles que :
A1 + . . .+Aq = Ik et r1 + . . .+ rq = k (dimension de l’espace vectoriel)
Alors :
les formes quadratiques Zj = X>AjX sont des variables aléatoires indépendantes qui suivent des lois de
Pearson (aussi appelées lois du chi-deux) à rj degrés de liberté

En appliquant le théorème de Fisher-Cochrane avec :

– X =
(
X1 . . . Xk . . . XN2

F

)>
avec XmNF+n = p(m,n)−mFi,j

σ , où e = (1 1 · · · 1)> et (m,n) ∈ Fi,j .
On a bien X ∼ N (0, 1) en prenant l’approximation µ ≈ mFi,j

– A1 = 1
N2
F

ee> et A2 = IN2
F
− 1

NF
ee>

on a bien r1 +r2 = N2
F , et A1 et A2 des matrices définies non négatives (ce sont des matrices de projection

de X, respectivement sur le vecteur e et sur le sous espace orthogonal à e). On applique donc le théorème
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τfa 10−5 10−6 5.73× 10−7 10−7 10−8 10−9 10−10 10−11

tp 4.417 4.892 5.000 5.327 5.731 6.109 6.467 6.807

Table A.3 – Seuils ts à appliquer en fonction du taux de fausse alarme. En gras, le seuil utilisé en pratique.

de Fisher-Cochrane à X, on obtient alors notamment :

Z2 = X>A2X = X>
(
IN2

F
− 1
N2
F

ee>
)

X ∼ χ2(N2
F − 1) (A.5)

= X>X− 1
N2
F

X>ee>X (A.6)

= ‖X‖2 −

 1
NF

N2
F∑

k=1
Xk

2

(A.7)

=
N2
F∑

k=1

(
p(αk, βk)−mF

σ

)2
avec k = αkNF + βk, (αk, βk) ∈ N2, βk < NF (A.8)

= 1
σ2

N2
F∑

k=1
(p(αk, βk)−mF )2 (A.9)

= 1
σ2

∑
(m,n)∈Fi,j

(p(m,n)−mF )2 (A.10)

= N2
F

σ2 sFi,j (A.11)

On déduit alors que N2
F

σ2 S suit une loi du χ2 à N2
F −1 degrés de liberté. On a seulement N2

F −1 degrés
de liberté car la moyenne mF doit être estimée à partir des données, ce qui enlève un degré de liberté
(ceci se traduit par la projection sur l’espace orthogonal à e à l’aide de la matrice de projection A2).

Finalement, on peut dire que S ∼ σ2

N2
F

χ2(N2
F − 1). En pratique, on a NF >> 1 (typiquement, on

prend des tailles de ROIs variant entre NF = 15 et NF = 60. On peut donc approcher la loi du chi-deux
obtenue pour S par une loi normale : S ∼ σ2

N2
F
−1N

(
N2
F − 1, 2(N2

F − 1
)
∼ σ2

N2
F

N
(
N2
F , 2N2

F

)
. On déduit

donc de cette approximation que S est gaussienne, puisque elle peut s’écrire comme combinaison linéaire
de variables gaussiennes.

Pour déterminer le seuil ts, on est donc ramené aux cas précédents car S−µS
σS
∼ N (0, 1).

La courbe du choix du seuil ts en fonction du taux de fausse alarme (voir figure A.1) est identique à
celles utilisées pour fixer tp et tm.

Pour une utilisation pratique, nous avons choisi ts = 5 ce qui correspond à un taux de fausse alarme
théorique de τfa = 5.73× 10−7. Avec un raisonnement identique à celui mené pour le réglage de tm, sur
une image de 3002 × 3002 pixels et un découpage en ROIs de 15 × 15 pixels, on obtient en moyenne 1
fausse alarme (qui est une ROI de 15× 15 pixels par image traitée.
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On remarque la présence des deux seuils tm et ts dans l’équation 2.19 qui permettent de paramétrer
la sensibilité de détection. Comme pour le seuil tp de l’équation 2.12, ces seuils peuvent être réglés de
manière à assurer, sous l’hypothèse que pi,j suit un modèle gaussien, un taux de fausse alarme constant
sur les trois détections (détection d’un pixel, détection d’une zone à valeur moyenne atypique, détection
d’une zone à valeur de variance atypique). Le calcul théorique des trois seuils par cette méthode peut
être trouvé en annexe A.

Néanmoins, dans cette section, nous avons préféré privilégier une approche empirique pour le réglage
de ces seuils. En effet, la méthode de détection exposée vient en début de chaîne, et nous avons vu qu’elle
doit avoir une bonne sensibilité car les défauts non détectés ici ne pourront plus l’être dans les étapes
suivantes, et seront donc définitivement exclus de l’analyse de qualité de l’image. Dans ce contexte, il est
alors préférable de régler les seuils de détection afin d’avoir la performance en terme de détection voulue,
plutôt que de se fixer un taux de fausse alarme cible.

Afin de régler les trois seuils tp, tm et ts, nous procédons donc par observation visuelle : le but est de
déterminer le seuil se trouvant à la limite de visibilité des défauts détectés par chacune des méthodes. Dans
cette section, nous allons, à partir d’observations faites sur des images simulées, décider empiriquement
de la valeur des seuils à adopter.

B.1 Choix du seuil tp
Le choix du seuil tp a été obtenu de la manière suivante : on a simulé des images de bruit blanc gaussien,

de variance σ2 de taille 60 × 60 pixels, dans lesquels on a introduit un pixel atypique à une position
aléatoire sur chaque image. Nous avons fait croître la valeur de ce pixel de moyenne de l’image + σ à
moyenne de l’image + 8σ. Nous avons ensuite calculé dix réalisations différentes du bruit (échantillons 1
à 10), créant ainsi 8 × 10 = 80 imagettes à évaluer. Une série d’imagettes pour une seule réalisation de
bruit est représentée sur la figure B.1.

Chacune de ces imagettes à été évaluée par quatre experts humains. Il leur a été demandé d’identifier
les imagettes où ils voyaient un pixel défectueux. Ces experts industriels sont initiés au problème de
détection de défauts dans notre contexte, et savent donc à partir de quel seuil un pixel peut être considéré
comme défectueux.

Le contraste des images visualisées a été réglé de manière à ce que toute la dynamique de l’image soit
visualisable sur les 256 niveaux de gris affichés par l’écran.

Les tables B.1 et B.2 représentent les résultats de ce test effectué par quatre observateurs humains, sur
dix réalisations de bruit différentes (la position du pixel défectueux a été changée à chaque réalisation).
Pour chaque réalisation, lorsque la majorité des observateurs, c’est à dire au moins trois observateurs
sur quatre, a indiqué la présence d’un pixel défectueux, on a considéré que le pixel inséré est un pixel à
détecter par la méthode de détection. Ces pixels sont resensés dans la table B.1. On constate que tous
les pixels ayant un niveau de 7σ au dessus du niveau moyen sont détectés, comme la grande majorité
des pixels ayant un niveau de 6σ au dessus du niveau moyen. Le seul cas où ces derniers n’ont pas été
détectés correspond à une configuration où le pixel défectueux a été placé au bord de l’image, ce qui l’a
rendu difficilement détectable.

La table B.2 synthétise les résultats. Elle permet de voir, si on exclut le cas du pixel défectueux présent
dans un bord de l’image, que dans tous les cas le pixel a été détecté à partir d’un seuil correspondant à
tp = 6. Dans un cas, un pixel à tp = 5 a été détecté par les observateurs. A partir de cette étude, nous
pouvons raisonnablement choisir tp = 6, ce qui correspond à la grande majorité des défauts de type pixel
isolé à détecter.

B.2 Choix des seuils tm et ts
Les seuils tm et ts sur la valeur moyenne et la valeur de variance ont été déterminés par la même

méthode. Les résultats sont exposés dans les tableaux B.3 à B.6. Des illustrations des images à évaluer
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(a) σ (b) 2σ (c) 3σ (d) 4σ

(e) 5σ (f) 6σ (g) 7σ (h) 8σ

Figure B.1 – Détermination empirique du seuil tp : à partir de l’observation visuelle, on détermine tp = 6.

Valeur pixel (en multiples de σ) 1 2 3 4 5 6 7 8
Échantillon 1 x x x
Échantillon 2 x x x
Échantillon 3 x x x
Échantillon 4 x x x x
Échantillon 5 x x x
Échantillon 6 x x
Échantillon 7 x x x
Échantillon 8 x x x
Échantillon 9 x x x
Échantillon 10 x x x

Table B.1 – Évaluation des pixels défectueux visibles sur 10 échantillons, en fonction de la valeur appliquée au
pixel. Le symbole «x» représente les échantillons où la majorité des experts ont identifié la présence du pixel
défectueux.

Valeur pixel (en multiples de σVi,j ) 1 2 3 4 5 6 7 8
Taux de détection (tous experts confondus) en % 0 0 0 5 40 87.5 95 100
Cas où les experts ont jugé le défaut visible (%) 0 0 0 0 10 90 100 100

Table B.2 – Résultats de l’expérience de détermination du seuil tp. Sont représentées les valeurs appliquées au
pixel défectueux, le taux de détection pour chacune de ces valeurs, et le nombre de cas où la réponse des experts
est qu’un défaut est présent. La valeur du seuil choisie est tp = 6.
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Échelle k des valeurs de mFi,j (mFi,j = µFm + kσFm) 8 10 12 14 16 18 20 22
Échantillon 1 x x x x x x
Échantillon 2 x x x x
Échantillon 3 x x x
Échantillon 4 x x x x
Échantillon 5 x x x x
Échantillon 6 x x x x
Échantillon 7 x x x x x
Échantillon 8 x x x
Échantillon 9 x x x x x
Échantillon 10 x x x x

Table B.3 – Évaluation des groupements de pixels visibles (en valeur moyenne) sur 10 échantillons, en fonction
de la déviation appliquée. Le symbole «x» représente les échantillons où la majorité des experts ont identifié la
présence d’une zone défectueuse.

Échelle k des valeurs de mFi,j (mFi,j = µFm + kσFm) 8 10 12 14 16 18 20 22
Taux de détection (tous experts confondus) en % 5 25 5 40 75 97.5 100 97.5
Cas où les experts ont jugé le défaut visible (%) 0 20 0 30 70 100 100 100

Table B.4 – Résultats de l’expérience de détermination du seuil tm. Sont représentées les valeurs appliquées à la
zone défectueuse, le taux de détection pour chacune de ces valeurs, et le nombre de cas où la réponse des experts
est qu’un défaut est présent. La valeur du seuil choisie est tm = 16.

pour chacune des détections (détection sur la moyenne à partir de la statistique mFi,j et détection sur
la variance à partir de la statistique sFi,j ) sont représentées sur les figures B.2 et B.3. Les résultats de
cette évaluation nous pousse à choisir comme seuils tm = 16. En effet on constate que dans la majorité
des cas, les experts ont identifiés un défaut à partir de ce seuil. Certains échantillons ont été identifiés
comme défectueux pour des seuils plus faibles, mais leur nombre très réduit nous pousse à dire qu’il
s’agit plutôt d’une position du défaut présenté (notamment une position très centrale dans l’image) et
une configuration de bruit particulière qui ont conduit à la détection. Dans le cas général, des défauts de
niveaux plus bas ne seront pas détectés. Le seuil de 16 nous semble être un bon compromis.

Le même raisonnement nous conduit à choisir ts = 24. Dans cette situation, le choix est encore plus
clair puisqu’une seule image présentée, à un seuil inférieur, a conduit à l’identification d’un défaut par les
experts. Ceci est clairement un cas atypique pour lequel la configuration du bruit et la position particulière
du défaut ont été favorables à la détection à un seuil aussi bas. Dans le cas général, on observe que le
seuil pertinent est plutôt ts = 24.

Les seuils ainsi déterminés correspondent à une configuration typique de l’algorithme de détection,
s’appuyant sur une courte étude du niveau pertinent de détection vis à vis de la tâche d’analyse de
qualité. L’évaluation, faite sur une population d’observateurs connaissant le contexte de cette tâche permet
d’accroître la pertinence des seuils choisis. Bien entendu, ce choix nécessiterait une étude complète, et un
protocole de validation adapté. Néanmoins, dans ce chapitre où nous nous attachons à décrire des moyens
simples d’implémenter la chaîne complète de détection, une étude sur les seuils de détection à adopter
ne nous a pas semblé indispensable. Pour pousser plus loin cette évaluation, il faudrait approfondir les
points suivants :
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(a) 8σ (b) 10σ (c) 12σ (d) 14σ

(e) 16σ (f) 18σ (g) 20σ (h) 22σ

Figure B.2 – Détermination empirique du seuil tm : à partir de l’observation visuelle, on a déterminé tm = 16.

Échelle k des valeurs de sFi,j (sFi,j = µFs + kσFs ) 16 18 20 22 24 26 28 30
Échantillon 1 x x x x
Échantillon 2 x x x x x
Échantillon 3 x x x x
Échantillon 4 x x x x
Échantillon 5 x x x x
Échantillon 6 x x x x
Échantillon 7 x x x x
Échantillon 8 x x x x
Échantillon 9 x x x x
Échantillon 10 x x x x

Table B.5 – Évaluation des groupements de pixels visibles (en valeur de variance) sur 10 échantillons, en fonction
de la déviation appliquée. Le symbole «x» représente les échantillons où la majorité des experts ont identifié la
présence d’une zone défectueuse.

Échelle k des valeurs de sFi,j (sFi,j = µFs + kσFs ) 16 18 20 22 24 26 28 30
Taux de détection (tous experts confondus) en % 20 12.5 25 7.5 97.5 100 97.5 100
Cas où les experts ont jugé le défaut visible (%) 10 0 0 0 100 100 100 100

Table B.6 – Résultats de l’expérience de détermination du seuil tm. Sont représentées les valeurs appliquées à la
zone défectueuse, le taux de détection pour chacune de ces valeurs, et le nombre de cas où la réponse des experts
est qu’un défaut est présent. La valeur du seuil choisie est ts = 24.
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(a) 16σ (b) 18σ (c) 20σ (d) 22σ

(e) 24σ (f) 26σ (g) 28σ (h) 30σ

Figure B.3 – Détermination empirique du seuil ts : à partir de l’observation visuelle, on a déterminé ts = 24.

– contrôle des moyens d’évaluation : distance à l’écran, luminosité de la pièce, calibration de l’écran,
notamment pour être conforme aux spécifications de la norme ITU-BT500 [1],

– étude de l’effet du gamma de l’écran : seules des déviations positives (pixels clairs, taches appa-
raissant en plus clair, tache de bruit avec une variance plus élevée) ont été évaluées. Il faudrait
pousser l’étude sur des déviations négatives. On observerait notamment que le seuil à choisir n’est
pas forcément symétrique par rapport à la moyenne de la statistique évaluée.

– Contrôle de l’effet d’apprentissage à l’artefact à évaluer : nous avons constaté au cours de l’évaluation
que les experts s’habituent au type d’artefact à détecter, et améliorent ainsi leur sensibilité de
détection

– Étude dans le cas de bruits différents : l’évaluation a été menée sur des images de bruit blanc.
Il faudrait étudier l’impact du contenu fréquentiel du bruit de fond sur les seuils de détection à
adopter.
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Résumé
Durant les dix dernières années, l’imagerie médicale a profité pleinement de l’essor technologique des
techniques d’imagerie numérique. Dans le domaine de la radiographie X, les nouveaux détecteurs, pos-
sédant un encombrement réduit et une meilleure sensibilité, détrônent progressivement les anciennes
techniques à film ou à tube. Cette thèse, préparée en partenariat avec l’entreprise Trixell, leader mon-
dial des détecteurs plats pour radiographie médicale, traite du contrôle qualité des images issues de ces
détecteurs. L’exigence du domaine médical impose un contrôle strict des défauts pouvant apparaître sur
les images. Cette thèse est donc axée sur la conception d’une chaîne complète d’analyse de la qualité des
images issues des détecteurs numériques. Un éclairage particulier est donné à la détection des défauts,
parfois peu visibles, à l’aide de techniques de détection adaptées à notre contexte de défauts spatialement
corrélés dans un fort bruit de fond.

Mots clés : détection de défauts, contrôle qualité, radiographie numérique, mesure de visibilité

Abstract
Since last decade, medical imaging has grown up with the development of new digital imaging techniques.
In the field of X-ray radiography, new detectors replace progressively older techniques, based on film or
x-ray intensifiers. These digital detectors offer a higher sensibility and reduced overall dimensions. This
PhD thesis has been prepared with Trixell, the world leading company in flat detectors for medical ra-
diography. It deals with quality control on digital images stemming from these detectors. High quality
standards of medical imaging impose a close analysis of the defects that can appear on the images. This
PhD thesis describes a complete process for quality analysis of such images. A particular focus is given on
the detection task of the defects, thanks to methods well adapted to our context of spatially correlated
defects in noise background.

Keywords : defects detection, quality control, digital radiography, visibility measurement


