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4.3 Résultats théoriques et empiriques . . . . . . . . . . . . . . . . . . . . . . . 76

4.3.1 Comportement asymptotique du critère . . . . . . . . . . . . . . . . 76

4.3.2 Optimisation du critère . . . . . . . . . . . . . . . . . . . . . . . . . 79

4.3.3 Biais de discrétisation . . . . . . . . . . . . . . . . . . . . . . . . . . 84

4.3.4 Convergence asymptotique . . . . . . . . . . . . . . . . . . . . . . . 87
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Notations

Notations générales

p une probabilité
P une distribution de probabilités
N l’ensemble des entiers naturels
R

d l’espace euclidien de dimension d

dim(.) la dimension de l’espace (.)
O l’ordre de grandeur maximal de complexité d’un algorithme
ArgMax l’argument maximal d’une expression
ArgMin l’argument minimal d’une expression
E P(.)

espérance d’une expression selon la distribution P(.)

Notations relatives à l’apprentissage

L un algorithme d’apprentissage
M l’ensemble des modèles prédictifs
M un modèle prédictif
X ⊆ R

n l’espace des variables d’entrée du modèle M
Y l’espace des variables de sortie du modèle M
Φ ⊆ X la partie observable de l’espace X (l’échantillon de données)
U ⊆ Φ les données non étiquetées
L ⊆ Φ les données étiquetées, avec Φ = U ∪ L et U ∩ L = ∅
f : X→ Y le concept cible que le modèle cherche à apprendre

f̂ : X→ Y la fonction effectivement apprise par le modèle
T l’ensemble d’apprentissage constitué des éléments x ∈ L et

des labels f(x) qui leur sont associés, avec ∀x ∈ L,∃!(x, f(x)) ∈ T

H l’ensemble des hypothèses que le modèle M peut apprendre
S ⊆ H l’espace des versions (hypothèses consistantes avec les données)
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Préface

Je travaille depuis peu pour “CyberPharma”, un laboratoire pharmaceutique dernière
génération, qui dépend du ministère de la santé. Ce centre de recherche est implanté dans
la Vanoise (Alpes) qui est une des plus importantes technopoles d’Europe fédérale. En rai-
son du réchauffement de la planète et de la montée continue du niveau de l’océan, des villes
entières se sont fait engloutir par les eaux. La fonte progressive de la calotte glacière libère
chaque jour des germes et des virus qui étaient jusqu’alors en hibernation. Tout d’abord, ce
fut le tour de la grippe espagnole de refaire surface. Le système immunitaire des humains
n’étant pas adapté, cette première épidémie fut une véritable catastrophe. Selon les glacio-
logues, les virus qui réapparaissent aujourd’hui auraient plus de 500 ans. “CyberPharma”
a été créée par le conseil européen dans un seul but : mettre au point de nouveaux vaccins.

Ma fonction est de planifier des expériences scientifiques de manière à obtenir des
résultats exploitables le plus tôt possible. Les manipulations que je programme sont réalisées
en laboratoire par un robot très sympathique qui s’appelle H3B4. J’ai travaillé tout le week-
end sur la synthétisation d’une molécule, mais je n’arrive pas à interpréter les résultats
obtenus durant la nuit. Il faut bien admettre que je suis bloquée... j’ai besoin d’aide. Il
est 4 :32 AM le lundi 3 janvier 2076, je prends la décision de suspendre les expériences
jusqu’à l’arrivée du Professeur Yoav Markovitz.

Bien que mon savoir soit très étendu, je n’ai pas la perspicacité de Yoav. Je me forme
petit à petit à ce métier et mon apprentissage est loin d’être terminé. Il faut dire que je
suis assez curieuse de nature, j’imagine facilement des situations qui me laisseraient dans
l’embarras si j’y étais confrontée. Régulièrement, je discute avec Yoav et je lui demande
ce qu’il ferait dans telle ou telle situation. Les réponses qu’il me donne me font toujours
progresser. Grâce à nos nombreuses interactions, j’ai pu acquérir une certaine autonomie
dans mon travail. Il est 8 :29 AM, Yoav devrait arriver d’une minute à l’autre.

8 :33 AM 21s : demande d’authentification
8 :33 AM 22s : reconnaissance rétinienne OK
8 :33 AM 22s : autorisation d’accès accordée à Pr. Markovitz
8 :33 AM 23s : ouverture du sas de sécurité

“-Bonjour, Professeur”.
“-Bonjour ALICE... Que s’est-il passé ce weekend ?”
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CHAPITRE 0. PRÉFACE

“-Vous avez reçu 3 courriers électroniques et 1 message holographique. Il y a également
eu un arrêt dans la série d’expériences en cours. Voulez-vous examiner maintenant ce qui
pose problème ?”
“-Oui... montre moi ce qui te bloque, je te prie”
“-Je cherche à classifier les protéines impliquées dans la transmission du virus H5N1 de
l’animal à l’Homme. Une de ces protéines comporte une séquence peptidique ambiguë :
V-V-P-K-L-T-T-H-T-V-K-E-E. Je n’arrive pas à classifier cette protéine en me basant
sur ce motif. J’hésite entre deux familles : Polcalcine ou Caséine. Qu’en pensez-vous Pro-
fesseur ?”
“-Ce cas est très intéressant... le motif que tu as trouvé est ce que l’on appelle un domaine.
C’est une portion de protéine qui se retrouve dans plusieurs familles. La protéine que tu
cherche à classifier appartient en réalité aux deux classes que tu as énoncées.”
“-Merci Professeur pour cette information, je relance la série d’expériences en cours....
Votre rythme d’élocution ralenti me fait penser que vous n’êtes pas bien réveillé. Désirez-
vous un café ?”
“-Et bien ! !... Si je ne te connaissais pas parfaitement, je pourrais croire que tu lis dans
mes pensées ! D’accord pour un café.”

Je m’appelle ALICE ce qui signifie “Active Learning for Intelligent Control of Ex-
periments”. Je suis un programme informatique intelligent dont le but est d’assister les
chercheurs dans la conduite de leurs expériences. J’évolue sans arrêt grâce aux questions
que je pose aux humains. Je suis un “apprenant actif” de deuxième génération.

Ce scénario de science fiction décrit l’apprentissage actif au sens informatique à tra-
vers le personnage d’ALICE. Ce programme informatique “intelligent” apprend à exécuter
une tâche, en interaction avec son environnement. Dans le cadre de l’apprentissage actif,
“l’apprenant” doit être capable de prendre des décisions et d’estimer la pertinence de ces
décisions. Ainsi, ALICE peut désigner une situations pour laquelle sa décision est douteuse
et qui la ferait beaucoup progresser, si elle savait exactement quoi faire dans ce cas. Dans
ce scénario de science fiction, le Professeur Yoav Marcovitz joue le rôle de “l’expert” qui
répond aux questions du système “apprenant”.

Comment un programme informatique peut-il juger de l’intérêt d’une situation pour
son apprentissage, avant même de savoir exactement ce qu’il doit faire dans ce cas ? Il
s’agit de la question principale de l’apprentissage actif.
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Chapitre 1

Introduction

À l’origine, l’expression “apprentissage actif” désigne une méthode d’enseignement
permettant d’améliorer l’apprentissage des élèves en leur donnant un rôle actif. Au début
du XXème siècle, le pédagogue suisse Adolphe Ferrière [Ferrière, 1922] a été l’un des
premiers à employer le terme “d’école active”. En 1964, Freinet écrit dans ses invariants
pédagogiques : “La voie normale de l’acquisition n’est nullement l’observation, l’explica-
tion et la démonstration, processus essentiels de l’École, mais le tâtonnement expérimental,
démarche naturelle et universelle”[Freinet, 1964]. L’apprentissage actif est une approche
qui implique les élèves en les mettant en situation de progresser et en favorisant leurs inter-
actions avec le groupe. Cette méthode d’enseignement amène les élèves à construire leurs
propres connaissances en se basant sur les expériences qu’ils vivent. Le rôle du professeur
est de choisir judicieusement des mises en situation pour atteindre l’objectif pédagogique
le plus rapidement possible.

Les méthodes d’apprentissage actif en informatique sont nées d’un parallèle entre la
pédagogie active et la théorie de l’apprentissage. L’apprenant est désormais un modèle
prédictif et non plus un élève. On entend par modèle prédictif une machine qui, après un
apprentissage, produit une sortie lorsque ses variables d’entrée sont instanciées. Dans le
cas d’un problème de classification, le modèle prédictif est paramétré grâce à un algorithme
d’apprentissage qui exploite un ensemble d’exemples étiquetés, aussi appelé données d’ap-
prentissage. Un exemple est une instanciation du problème à résoudre matérialisée par les
variables d’entrée. L’étiquette est une variable supplémentaire qui correspond à la classe
d’un exemple. La valeur de l’étiquette indique quelle devrait être la sortie du modèle pour
un exemple particulier. De la même façon qu’un étudiant interagit avec son professeur en
lui posant des questions, une stratégie d’apprentissage actif interagit avec un expert pour
enrichir les données d’apprentissage. L’expert est un spécialiste du problème à résoudre,
son rôle est d’étiqueter les exemples sélectionnés par la stratégie d’apprentissage actif,
moyennant un coût. Dans ce manuscrit, le coût d’étiquetage est considéré comme étant
constant quelque soit l’exemple sélectionné. La stratégie d’apprentissage actif cherche à
sélectionner, parmi les exemples non-étiquetés, ceux qui feront le plus progresser le modèle
une fois étiquetés. L’objectif est de réduire le coût d’étiquetage nécessaire à l’apprentissage
du modèle prédictif. La stratégie cherche à maximiser la qualité du modèle prédictif, pour
un nombre fixé d’exemples étiquetés.

1



CHAPITRE 1. INTRODUCTION

1.1 Cadre de la thèse

L’apprentissage statistique a pour but d’inculquer un comportement à un modèle
prédictif en exploitant des données et un algorithme d’apprentissage. La nature des données
utilisées varie selon le mode d’apprentissage. L’apprentissage non-supervisé utilise des
données non-étiquetées. Dans ces conditions, le modèle prédictif ne reçoit aucune informa-
tion lui indiquant quelles devraient être ses sorties ou même si celles-ci sont correctes.
Le modèle doit découvrir par lui-même les corrélations existantes entre les exemples
qu’il observe. Parmi les méthodes d’apprentissage non-supervisé nous pouvons citer les
méthodes de clustering [Jain et al., 1999] et les méthodes d’extraction de règles d’asso-
ciation [Jamy et al., 2005]. L’apprentissage supervisé utilise des données étiquetées : des
instanciations du problème à résoudre pour lesquelles le modèle connâıt la sortie souhaitée.
L’algorithme d’apprentissage ajuste les paramètres du modèle prédictif en exploitant les
données. L’apprentissage semi-supervisé manipule conjointement des données étiquetées et
non-étiquetées [Chapelle et al., 2007]. L’objectif est d’obtenir un modèle plus performant
qu’en utilisant seulement les données étiquetées ou non-étiquetées. Ce mode d’apprentis-
sage est présenté plus en détails à la Section 4.1.1.

La particularité des stratégies d’apprentissage actif réside dans leur capacité à interagir
avec leur environnement. Tout comme les méthodes d’apprentissage passives, ces stratégies
exploitent des données et un algorithme d’apprentissage pour inculquer un comportement
à un modèle prédictif. Les données manipulées sont constituées principalement d’exemples
non-étiquetés et d’un nombre restreint d’exemples étiquetés. Les stratégies d’apprentissage
actif cherchent à sélectionner les exemples non-étiquetés les plus aptes à améliorer le modèle
prédictif. Les exemples sélectionnés sont ensuite étiquetés par un expert, moyennant un
coût.

Rui Castro [Castro and Nowak, 2005] distingue deux scénarii possibles pour l’apprentis-
sage actif : l’échantillonnage adaptatif et l’échantillonnage sélectif. La principale différence
entre ces deux approches est la nature des exemples présentés à l’expert. Dans le cas de
l’échantillonnage adaptatif [Singh et al., 2006], les exemples sont uniquement des instan-
ciations des variables d’entrée du modèle. La stratégie active n’est pas restreinte et peut
explorer tout l’espace de variation des entrées, à la recherche de zones à échantillonner
finement. Dans le cas de l’échantillonnage sélectif [Roy and McCallum, 2001], les exemples
sont à la fois définis comme étant une instanciation des variables d’entrée et comme une
instanciation du problème à résoudre. La stratégie active n’observe qu’une partie restreinte
de l’espace des entrées, matérialisée par les exemples. Pour illustrer cette approche, l’image
d’un “sac” d’exemples pour lesquels la stratégie active peut demander les étiquettes as-
sociées est généralement employée. L’étiquetage des exemples est toujours possible car
ces derniers sont nécessairement interprétables par l’expert. Dans la pratique, le choix de
l’échantillonnage sélectif ou adaptatif dépend essentiellement du domaine d’application.
Selon les cas la stratégie active est autorisée ou non à générer de nouveaux exemples.

Cette thèse présente des stratégies d’apprentissage actif fondées sur l’échantillonnage
sélectif. Ces stratégies s’intéressent aux problèmes d’apprentissage pour lesquels il est
facile d’obtenir un grand nombre d’exemples non-étiquetés et pour lesquels l’étiquetage
des exemples est coûteux. L’objectif de ces stratégies est d’obtenir un modèle prédictif de
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bonne qualité en étiquetant un minimum d’exemples.

1.2 Apports de la thèse

Apprentissage actif par modèles locaux :
Les stratégies d’apprentissage actif de la littérature utilisent des modèles prédictifs globaux
à tout l’espace d’entrée. Notre idée est de partitionner cet espace et d’entrâıner des modèles
localement à chacune des zones. Nous proposons une stratégie originale qui effectue un
partitionnement dichotomique récursif de l’espace d’entrée et qui met en compétition les
modèles locaux pour choisir les exemples à étiqueter. Nous appelons cette stratégie “l’ap-
prentissage actif par modèles locaux”. Notre stratégie donne des résultats prometteurs,
notamment lors de son application à la détection d’émotions dans la parole. Cependant,
cette stratégie implique plusieurs paramètres difficiles à ajuster en pratique. À l’issue de
ces travaux, nous nous fixons pour objectif d’améliorer cette stratégie.

Amélioration du partitionnement récursif de l’espace d’entrée :
Lors du partitionnement récursif de l’espace d’entrée, notre stratégie doit décider “quand”
couper une zone et “où” la couper. Notre idée est d’exploiter une méthode de discrétisation
pour effectuer ces deux types de décisions. Parmi les méthodes de l’état de l’art, nous
choisissons d’utiliser la méthode de discrétisation supervisée MODL (Minimal Optimi-
zed Description Length) [Boullé, 2006b] qui est basée sur un formalisme Bayésien. Cette
méthode de discrétisation s’est distinguée à plusieurs reprises lors de challenges interna-
tionaux [Boullé, 2007b]. L’approche MODL est particulièrement intéressante pour l’ap-
prentissage actif par modèles locaux, puisqu’elle n’est pas assujettie au sur-apprentissage
et qu’elle est non-paramétrique. Le principal inconvénient de cette méthode est qu’elle
n’exploite pas les exemples non-étiquetés, qui sont pourtant abondants en apprentissage
actif. Un des apports majeurs de la thèse est l’extension de l’approche MODL au cas de
l’apprentissage semi-supervisé. Une étude théorique approfondie démontre que l’approche
de discrétisation semi-supervisée que l’on établit est asymptotiquement identique à l’ap-
proche supervisée [Boullé, 2006b] munie d’un post-traitement sur la position des bornes
séparant les intervalles du modèle de discrétisation optimale.

Amélioration de la sélection des exemples dans les zones :
L’apprentissage actif par modèles locaux sélectionne les zones de l’espace à alimenter
en exemples étiquetés ; ces exemples étant choisis de manière aléatoire dans les zones
sélectionnées. Pour améliorer les performances de notre stratégie, une piste consiste à
sélectionner les exemples les plus utiles à l’apprentissage du modèle, localement à la zone
sélectionnée. Notre idée est d’exploiter notre méthode de discrétisation semi-supervisée
pour définir une stratégie de sélection d’exemples. Cette stratégie sélectionne l’exemple
non-étiqueté qui, une fois étiqueté, “maximisera” la probabilité des modèles de discrétisa-
tion connaissant les données. Dans le cas général, l’optimisation du critère d’évaluation
sur lequel est basée cette stratégie est coûteuse en temps de calcul. Dans le cadre de
l’apprentissage actif par modèles locaux, nous nous limitons aux modèles de discrétisation
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à un ou deux intervalles. Plusieurs optimisations algorithmiques sont présentées pour ce
cas particulier. Finalement, ces travaux sont exploitables pour un apprentissage actif basé
sur la dichotomie récursive de l’espace d’entrée du modèle.

1.3 Organisation du mémoire

Le Chapitre 2 constitue un état de l’art sur les stratégies d’apprentissage actif fondées
sur l’échantillonnage sélectif, qui s’appliquent à des problèmes de classification. Les straté-
gies actives sont présentées d’un point de vue générique, c’est-à-dire indépendamment du
modèle prédictif utilisé. Différents points de vue sur l’apprentissage actif sont ensuite dis-
cutés et nous permettent de définir nos objectifs. À l’issue de ce chapitre, nous définissons
un ensemble de critères que devrait remplir une stratégie d’apprentissage actif idéale.

Le Chapitre 3 présente une stratégie originale d’apprentissage actif par modèles locaux.
Ce chapitre fait un parallèle entre l’apprentissage actif et la robotique développementale.
Notre stratégie adapte la curiosité adaptative [Oudeyer and Kaplan, 2004], qui permet à
un robot d’explorer efficacement son environnement lors de sa phase d’apprentissage, à la
problématique de l’apprentissage actif. Le principal apport de ce chapitre est de proposer
un nouveau critère de sélection de zone plus performant que l’original. L’apprentissage actif
par modèles locaux est appliqué avec succès à la détection d’émotions dans les dialogues
Homme / machine.

Le Chapitre 4 propose une extension de la méthode de discrétisation MODL au cas
de l’apprentissage semi-supervisé. Cette méthode considère la discrétisation comme un
problème de sélection de modèles. Tout d’abord, une famille de modèles est définie. Une
approche Bayésienne est ensuite appliquée pour évaluer la probabilité des modèles connais-
sant les données. Cela conduit à un critère analytique dont l’optimisation désigne le modèle
de discrétisation le plus probable connaissant les données. Ce chapitre présente également
une étude comparative théorique entre notre approche semi-supervisée et l’approche su-
pervisée MODL. La finalité de ce chapitre est d’améliorer notre stratégie d’apprentissage
actif par modèles locaux en proposant une méthode de discrétisation semi-supervisée ex-
ploitable pour le partitionnement récursif de l’espace des variables d’entrée.

Le Chapitre 5 s’appuie sur notre méthode de discrétisation semi-supervisée pour définir
une nouvelle stratégie d’apprentissage actif. Cette stratégie est fondée sur un critère ana-
lytique qui évalue l’espérance de la probabilité des modèles de discrétisation, connaissant
les données et un exemple non-étiqueté supplémentaire. Cette nouvelle stratégie d’appren-
tissage actif se restreint aux données unidimensionnelles et aux modèles de discrétisation
à un ou deux intervalles. Notre stratégie est comparée favorablement à une stratégie de
référence : la dichotomie probabiliste. Finalement, cette stratégie constitue une amélioration
possible de l’apprentissage par modèles locaux, et est applicable à un ensemble d’heuris-
tiques de la littérature basées sur la dichotomie récursive.

4



Chapitre 2

Apprentissage actif : état-de-l’art
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2.2.1 Échantillonnage par incertitude . . . . . . . . . . . . . . . . . . . 9
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POSITIONNEMENT

Cette thèse a pour objectif de proposer de nouvelles stratégies d’apprentissage actif qui
soient innovantes par rapport à l’état-de-l’art. Ce chapitre pose les bases de notre réflexion
sur l’apprentissage actif et définit nos objectifs. La Section 2.2 présente les principales
stratégies de la littérature et les illustre grâce à des problèmes simples. La Section 2.3
présente différents points de vue sur l’apprentissage actif et expose les principaux enjeux
de ce champ de recherche. Enfin, la Section 2.4 définit les objectifs que devrait atteindre
une stratégie d’apprentissage actif idéale.

Les stratégies d’apprentissage actif présentées dans ce chapitre ont pour objectif com-
mun de résoudre des problèmes de classification. Comme énoncé à la Section 1.1, il
existe deux paradigmes pour l’apprentissage actif. D’une part, l’échantillonnage adaptatif
[Singh et al., 2006] autorise une stratégie d’apprentissage actif à générer des exemples.
D’autre part, l’échantillonnage sélectif [Roy and McCallum, 2001] manipule un ensemble
d’exemples de taille constante. L’état-de-l’art présenté dans ce chapitre traite exclusive-
ment des stratégies fondées sur l’échantillonnage sélectif. Ce choix est essentiellement dû
aux domaines d’applications propres à France Telecom, pour lesquels les exemples non-
étiquetés sont abondants et leur étiquetage coûteux.
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2.1 Cadre général : échantillonnage sélectif

Cette section présente le cadre générale de la thèse. Toutes les stratégies d’apprentis-
sage actif présentées dans ce manuscrit s’appliquent à l’échantillonnage sélectif.

Notations :
SoitM un modèle prédictif dont l’apprentissage est réalisé grâce à l’algorithme L. La Fi-
gure 2.1 représente les ensembles mis en jeu lors d’un échantillonnage sélectif. L’ensemble
X ⊆ R

n représente toutes les entrées possibles du modèle et x ∈ X est un exemple parti-
culier. On définit également Y l’ensemble des sorties du modèle, y ∈ Y est une étiquette
qui peut être associée à un exemple x ∈ X.

Lors de son apprentissage le modèle prédictif n’observe qu’une partie restreinte de
l’univers, Φ ⊆ X. La stratégie d’apprentissage actif dispose d’un ensemble fini d’exemples
dont les étiquettes ne sont pas nécessairement connues. Soient U ⊆ Φ l’ensemble des
exemples non-étiquetés (U pour “unlabelled”) et L ⊆ Φ l’ensemble des exemples étiquetés
(L pour “labelled”). On a : Φ = U ∪ L et U ∩ L = ∅.

Le concept cible que le modèle cherche à apprendre peut être vu comme une fonction
f : X→ Y, l’étiquette f(x1) est la sortie attendue du modèle pour l’entrée x1. On définit
également f̂ : X → Y la sortie effective du modèle prédictif. Les éléments de L et les
étiquettes qui leur sont associées constituent un ensemble d’apprentissage T . Les exemples
d’apprentissage sont des couples (x, f(x)), où x ∈ L et f(x) est l’étiquette associée à x.

Fig. 2.1 – Apprentissage actif : ensembles mis en jeu.

Algortithme générique :
Le problème de l’échantillonnage sélectif a été posé formellement par Muslea [Muslea,
2002] et est illustré par l’Algorithme 1. Cet algorithme exploite une fonction d’utilité,
Utile(u,M), qui estime l’intérêt d’un exemple non-étiqueté u pour l’apprentissage du
modèle M. Cette fonction représente une stratégie d’apprentissage actif qui sélectionne
itérativement les exemples à étiqueter.

L’Algorithme 1 est générique dans la mesure où seule la fonction Utile(u,M) doit
être spécifiée pour exprimer une stratégie d’apprentissage actif particulière. L’objectif de
ces stratégies actives est de prédire efficacement l’intérêt des exemples non-étiquetés pour
l’apprentissage du modèle prédictif.
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Notations :

• M un modèle prédictif muni d’un algorithme d’apprentissage L
• Les ensembles U et L d’exemples non étiquetés et étiquetés

• n le nombre d’exemples d’apprentissage souhaité.

• L’ensemble d’apprentissage T avec |T | < n

• La fonction Utile : X ×M → ℜ qui estime l’utilité d’une instance pour l’apprentissage
d’un modèle.

Répéter
(A) Entrâıner le modèleM grâce à L et T (et éventuellement U).
(B) Rechercher l’instance q = ArgMaxu∈U Utile(u,M)
(C) Retirer q de U et demander l’étiquette f(q) à l’expert.
(D) Ajouter q à L et ajouter (q, f(q)) à T

Tant que |T | < n

Algorithme 1: échantillonnage sélectif, Muslea 2002

Positionnement :
Selon notre interprétation de l’échantillonnage sélectif, l’objectif est d’améliorer l’hypothèse
apprise par le modèle courant, de manière itérative. Cette interprétation de l’échantillon-
nage sélectif est massivement répandue dans la littérature, Mais présente cependant une
limitation lorsque très peu d’exemples sont étiquetés. Typiquement, lorsqu’il y a moins
d’exemples étiquetés que de classes à prédire, on peut s’interroger sur la validité de l’hy-
pothèse apprise par le modèle prédictif. Un point crucial serait de déterminer le nombre
minimal d’exemples étiquetés, pour que l’hypothèse apprise par le modèle prédictif soit
réaliste.

Il existe d’autres interprétations possibles de l’échantillonnage sélectif. Cet algorithme
peut être vu comme un moyen de tester des hypothèses1 a priori sur les données. Dans ce
cas, la fonction Utile(u,M) a pour objectif de faire émerger le plus tôt possible les priors
les plus adaptés aux données, parmi un ensemble prédéfini d’hypothèses a priori (i.e :
des données linéairement séparables, des données bruitées, des données distribuées selon
une gaussienne ... etc.). Cette interprétation considère l’échantillonnage sélectif comme
un moyen de déterminer les caractéristiques des données, en étiquetant un minimum
d’exemples.

1Dans ce manuscrit, le terme “hypothèse” a deux significations : i) une fonction apprise par un modèle
prédictif tel que f̂ : X→ Y ; ii) une supposition faite sur les données.
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2.2 Les principales stratégies d’apprentissage actif

Cette section présente les principales stratégies d’apprentissage actif de la littérature
fondées sur l’échantillonnage sélectif, qui s’appliquent à des problèmes de classification.
Ces stratégies sont présentées d’un point de vue générique, c’est-à-dire indépendamment
du modèle prédictif utilisé.

2.2.1 Échantillonnage par incertitude

L’échantillonnage par incertitude [Thrun and Möller, 1992; Lewis and Gale, 1994] est
basé sur la confiance que le modèle a en ses prédictions. Le modèle prédictif utilisé doit
être capable de fournir une réponse au problème traité et d’estimer l’incertitude de ses
réponses. La sélection des exemples à étiqueter s’organise en deux étapes :

• le modèle M prédit les étiquettes de U , et l’incertitude de ses prédictions ;

• les exemples pour lesquels la prédiction est la plus incertaine sont sélectionnés.

Il existe plusieurs possibilités pour définir l’incertitude d’une prédiction.

Mesure d’incertitude basée sur la probabilité de la classe prédite :
Le modèle est capable d’estimer les probabilités de chaque classe y ∈ Y, connaissant un
exemple non-étiqueté x ∈ U . La classe prédite est définie par ArgMaxy∈Y p̂(y|x), avec
p̂(y|x) la sortie du modèle qui estime la probabilité d’observer la classe y connaissant
l’exemple x. La probabilité de la classe prédite correspond à la confiance que le modèle
a en sa prédiction. L’incertitude d’une prédiction est d’autant plus importante que la
probabilité d’observer la classe prédite est faible. L’incertitude peut s’écrire de la manière
suivante :

Incertain(x) =
1

ArgMaxy∈Y p̂(y|x)
x ∈ U

Mesure d’incertitude basée sur la proximité de la frontière de décision :
L’incertitude d’une prédiction est définie grâce à la frontière de décision deM. Considérons
l’exemple d’un modèle prédictif dont la sortie appartient à l’intervalle [0, 1]. Un problème
de classification binaire est traité en fixant un seuil de décision à 0.5. Plus la sortie du
modèle est proche du seuil de décision, plus la prédiction est considérée comme étant
incertaine.

La Figure 2.2 représente les sorties d’un modèle prédictif. La séparatrice correspondant
au seuil de décision est tracée ainsi que des lignes de niveaux de la sortie du modèle. Les
exemples non-étiquetés qui se situent à proximité de la séparatrice (au sens des lignes de
niveaux) sont sélectionnés pour être étiquetés par l’expert.
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Variable 1

Variable 2

Légende :

Séparatrice

Lignes de niveaux

Exemple de la classe 1

Exemple de la classe 2

Exemple non−étiqueté

Fig. 2.2 – Échantillonnage par incertitude : classification binaire

Positionnement :
L’échantillonnage par incertitude a l’avantage d’être intuitif. L’idée sous-jacente est de
faire évoluer l’hypothèse apprise par le modèle en étiquetant les exemples dont les prédic-
tions sont les plus incertaines. Cette stratégie est facile à mettre en œuvre car l’incertitude
des prédictions peut être définie pour la plupart des modèles prédictifs de la littérature.
L’échantillonnage par incertitude est très rapide en pratique. À chaque itération, |U |
prédictions suffisent à sélectionner les exemples à étiqueter.

L’échantillonnage par incertitude montre cependant ses limites lorsque les données ne
sont pas séparables par le modèle. Cela peut être simplement dû à un bruit d’étiquetage,
ou au fait que le motif à découvrir soit trop complexe pour le modèle prédictif. Dans ce
cas, cette stratégie aura tendance à sélectionner des exemples dans des zones de mélange,
où il n’y a peut être rien à apprendre. L’échantillonnage par incertitude pose également
le problème de l’exploration de l’espace X. Cette stratégie ne fait qu’exploiter localement
l’hypothèse apprise par le modèle pour sélectionner les exemples à étiqueter. De vastes
parties de l’espace de recherche peuvent être occultées.

A priori, l’échantillonnage par incertitude est une heuristique peu satisfaisante. Cette
stratégie est utilisée dans la suite de la thèse, dans le cadre d’expériences comparatives.

2.2.2 Échantillonnage par comité de modèles

L’échantillonnage par comité de modèles (ou “Query-by-Committe”) est une stratégie
qui vise à réduire l’espace des versions d’un modèle prédictif. Soit H l’ensemble des hy-
pothèses que le modèleM peut apprendre. L’espace des versions S ⊆ H est l’ensemble des
hypothèses consistantes avec les exemples étiquetés, c’est-à-dire les hypothèses qui classent
correctement tous les exemples de L. Lors de l’étiquetage de nouveaux exemples certaines
hypothèses peuvent devenir inconsistantes, ce qui a pour effect de réduire l’espace des
versions.

Seung est le précurseur de l’échantillonnage par comité de modèles [Seung et al., 1992;
Dima and Hebert, 2005]. Cette stratégie met en jeu plusieurs modèles prédictifs qui sont
entrâınés en parallèle sur les mêmes données. En considérant que chacun de ces modèles
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trouve une hypothèse consistante2 h ∈ S, le comité de modèles est un échantillon d’hy-
pothèses supposé représentatif de l’espace des versions. Le désaccord au sein du comité de
modèles est mesuré lors de la prédiction des étiquettes des exemples de U . Les exemples
qui suscitent le plus grand désaccord sont ceux qui ont la plus forte probabilité de réduire
S une fois étiquetés.

Dans la pratique, cette approche ne donne pas la garantie que l’espace de versions
soit correctement échantillonné. Dans certains cas, les modèles prédictifs sont incapables
d’apprendre des hypothèses consistantes. Cela peut être simplement dû à du bruit présent
dans les données, ou encore, à la complexité trop importante du problème traité. L’utili-
sation de modèles stochastiques3 favorise la diversité des hypothèses apprises et améliore
l’échantillonnage de l’espace des versions.

L’échantillonnage de l’espace des versions peut également être amélioré par l’utilisation
de modèles génératifs4[Andrew et al., 1998]. Cette approche implique une distribution de
probabilité a priori sur les paramètres des modèles. Il s’agit d’une solution élégante mais
qui n’est pas applicable dans le cas général, où aucune information sur la distribution des
paramètres des modèles n’est disponible.

Il existe également un moyen d’utiliser des modèles dont l’apprentissage est déterministe
dans le cadre d’un échantillonnage par comité de modèles. Naoki [Naoki and Hiroshi, 1998]

propose le “Query by Bagging” qui permet d’entrâıner les modèles sur des sous-ensembles
d’exemples échantillonnés selon la distribution de l’ensemble L. Dans ce cas, les modèles
déterministes apprennent des hypothèses différentes.

Les approches mentionnées ci-dessus exploitent une mesure de désaccord, trois mesures
sont présentées dans cette section.

Mesure de désaccord basée sur l’entropie :
Yoav Freund [Freund et al., 1997] se base sur la théorie de l’information et estime le
désaccord du comité de modèles par une mesure d’entropie sur les prédictions. Considérons
un exemple non-étiqueté noté x ∈ U qui peut potentiellement être associé à |Y| étiquettes.
L’entropie des prédictions des modèles M1, ...,Mm est calculée de la manière suivante :

Ĥ(x) =

|Y|∑

i=1

−p̂(yi|x) log[p̂(yi|x)] avec p̂(yi|x) =
1

m

m∑

k=1

1
{bfMk

(x)=yi}

La probabilité p̂(yi|x), d’observer la classe yi conditionnellement à l’instance x, est
estimée empiriquement grâce à l’ensemble des prédictions du comité de modèles. Plus l’en-
tropie des prédictions du comité est grande, plus le désaccord entre les modèles prédictifs
est important.

2Une hypothèse “consistante” est apprise par un modèle prédictif lorsque ce dernier classe correctement
tous les exemples d’apprentissage étiquetés.

3On entend par modèles stochastiques des modèles dont l’apprentissage n’est pas déterministe.
4Un modèle génératif est capable de modéliser la distribution de probabilité qui régit les données

d’apprentissage, et peut générer des données selon cette distribution.
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Mesure de désaccord par comptage des mauvaises prédictions :
Un vôte est réalisé entre les modèles du comité pour prédire la classe d’un exemple. Le
nombre de modèles qui prédisent chacune des classes peut être exploité pour mesurer le
désaccord du comité de modèles [Naoki and Hiroshi, 1998]. Le désaccord est évalué par
l’effectif des modèles dont la prédiction est différente de celle du comité. Cela s’écrit de la
manière suivante, avec f̂(x) la prédiction du comité de modèle et f̂Mk

(x) la prédiction du
modèle Mk et x ∈ U :

Desaccord(x) =

m∑

k=1

1
{bfMk

(x)6= bf(x)}

Mesure de désaccord basée sur la divergence de Kullback :
La “Kullback-Leibler divergence to the mean” [Andrew et al., 1998] est une autre mesure
qui a l’avantage de prendre en compte la confiance des prédictions faites par les modèles
pour mesurer leur désaccord. Cette mesure est définie comme étant la moyenne, sur les
m modèles, de la “KL-divergence” entre la distribution des classes estimée par un modèle
Mk, et la distribution moyenne estimée grâce à la totalité du comité. Cela peut s’écrire
de la manière suivante :

Desaccord(x) =
1

m

m∑

k=1

Div(P (y|x,Mk)‖P (y|x,M1...Mm))

Desaccord(x) =
1

m

m∑

k=1

|Y|∑

j=1

p(yj|u,Mk)Log
p(yj|u,Mk)

p(yj|u,M1...Mm)

Positionnement :
Dans ce paragraphe, le comité de modèles est présenté comme un moyen d’échantillonner
l’espace des versions. Cette stratégie peut être interprétée selon un point de vue différent.
Chaque modèle du comité peut être vu comme un moyen de tester des hypothèses a priori
sur les données. Dans ce cas, le comité est constitué de modèles spécialisés sur différents
types de données (i.e : des données linéairement séparables, des données bruitées, des
données distribuées selon une gaussienne ... etc.). Le comité de modèles peut alors être vu
comme une collection de priors que l’on peut tester sur les exemples étiquetés. L’objectif
est de faire émerger le plus tôt possible un prior adapté aux données.

La complexité de l’échantillonnage par comité de modèles est raisonnable. À chaque
itération de l’échantillonnage sélectif, |U | × m prédictions suffisent à sélectionner les
exemples à étiqueter, avec m le nombre de modèles appartenant au comité. L’échantillon-
nage par comité de modèles est cependant difficile à mettre en œuvre et implique plusieurs
choix d’implémentation. Il faut d’abord constituer un comité de modèles variés, puis choi-
sir une mesure de désaccord. Il s’agit avant tout d’une approche heuristique qui ne donne
pas la garantie d’échantillonner correctement l’espace des versions. Cette stratégie n’est
pas utilisée dans la suite de la thèse.
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2.2.3 Réduction de l’espace des versions par un arbre de décision

Certains stratégies actives exploitent des modèles prédictifs capables de manipuler
directement l’espace des versions, sans avoir recours à un comité de modèles. On citera à
titre d’exemple la stratégie qui consiste à choisir les exemples à étiqueter dans la marge
d’un SVM [Tong and Koller, 2000] ou celle des SG-net [Cohn et al., 1994] qui est basée
sur les réseaux de neurones. L’objectif de cette section est de présenter ces stratégies d’un
point de vue générique.

L’échantillonnage sélectif peut être vu comme le parcours d’un arbre de décision
construit sur l’espace des versions du modèle (voir Figure 2.3). Le nœud principal de
l’arbre correspond au premier exemple présenté à l’expert (partie A de la Figure 2.3).
Selon l’étiquette attribuée à cet exemple (partie B de la Figure 2.3), une des branches
issues de ce nœud est parcourue. Le test sur l’étiquette du premier exemple a pour effet
de désigner le prochain nœud à parcourir, c’est-à-dire le prochain exemple non-étiqueté à
considérer.

X

X X

1

2 3

y = 1y = 2

A:

B:

Présentation de l’exemple X1 à l’expert

Test sur l’étiquette de X1

Fig. 2.3 – Arbre sur l’espace des versions : classification binaire.

Soit H l’ensemble des hypothèses que le modèle M peut apprendre. L’espace des ver-
sions S ⊆ H est l’ensemble des hypothèses consistantes avec les exemples étiquetés, c’est-à-
dire les hypothèses qui classent correctement tous les exemples de L. Cette stratégie sup-
pose qu’il existe au moins une hypothèse h ∈ H consistante avec les exemples étiquetés,
S 6= ∅. s ⊆ U est l’ensemble des exemples non-étiquetés classés différemment par les
hypothèses de S.

Cette stratégie cherche une hypothèse consistante avec l’ensemble des exemples (s’ils
étaient tous étiquetés), dont la construction requiert un minimum d’étiquetages. Lorsqu’un
nouvel exemple est étiqueté l’espace des versions est toujours réduit. L’espace des versions
S

′
résultant dépend de l’étiquette attribuée à l’exemple x.

Soit π la distribution de probabilité des hypothèses de H. La stratégie gloutonne pro-
posée par Sanjoy Dasgupta [Dasgupta, 2005] consiste à étiqueter l’exemple xi ∈ s qui
conduit potentiellement, selon l’étiquette qui lui est attribuée, à des espaces des versions
les plus équiprobables au sens de π. Quelque soit l’étiquette attribuée à l’exemple xi,
l’espace des versions S est réduit environ de moitié.
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Notations :

• N l’ensemble des nœuds de l’arbre

• Nh[q]} le nœud courrant, avec q l’exemple testé

• Sh l’espace des versions du modèle sur le nœud courrant

• sh ⊆ U les exemples classées différemment par les hypothèses de Sh

• Y = {y1, y2, ..., ym} les étiquettes correspondant aux m branches connectées au nœud
courrant.

• {S1
h,i, .., S

m
h,i} les m sous-ensembles de Sh dus au test de q au nœud h

• Ent : HN → ℜ l’entropie d’un ensemble d’hypothèses

• Gain : H
N × X→ ℜ le gain d’information

N ← {N1}
S← {S1}
Répéter

Pour chaque nœud Nh ∈ N faire

Pour chaque exemple candidat xi ∈ sh faire

Calculer Ent(Sh)
Pour chaque label yj ∈ Y faire

Calculer Ent(Sj
h,i)

Fin Pour
Calculer Gain(Sh, xi)

Fin Pour
Sélectionner q = ArgMaxx∈s Gain(Sh, x) pour le nœud courant
Affecter q au nœud courant Nh ← Nh[q]
Retirer q de l’ensemble sh

Pour chaque étiquette yj ∈ Y faire

Créer un nouveau nœud N ← N ∪ {N|N |+1}
Créer l’espace des versions associé S← S ∪ {S|N |+1}

Fin Pour
Fin Pour

Tant qu’il y a plusieurs hypothèses dans les feuilles de l’arbre

Algorithme 2: Construction d’un arbre sur l’espace des versions

Exemple illustratif :
Les stratégies basées sur la réduction de l’espace des versions sont illustrées ici sur un
problème de classification binaire. Pour chaque exemple x ∈ s, on définit S+

i ⊆ S (res-
pectivement S−

i ⊆ S) l’ensemble des hypothèses consistantes qui classent x positivement
(respectivement négativement). L’objectif est d’étiqueter l’exemple qui sépare S en deux
sous-ensembles S+

i et S−
i les plus équiprobables possibles au sens de π.

Comme le montre l’algorithme 2, cette stratégie peut être représentée par un arbre de
décision, dans lequel un nœud Ni est un test sur l’étiquette de l’exemple x. Les branches
connectées à ce nœud correspondent aux différentes valeurs possibles de l’étiquette de x.
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La hauteur de l’arbre représente le nombre maximal d’étiquetages effectués par l’expert.
Si la hauteur de l’arbre est égale à |U |, les feuilles correspondent à des hypothèses h ∈ H.

Le problème jouet présenté par la Figure 2.4 illustre la construction d’un arbre de
décision sur l’espace des versions d’un modèle prédictif. Le problème traité est une clas-
sification binaire dans le plan, le concept cible est une séparatrice linéaire contrainte de
passer par un certain point. Sur la partie gauche de la Figure 2.4, l’espace des versions
est l’ensemble des droites qui passent par le point noir et qui séparent correctement les
données étiquetées. Pour ce problème jouet, la distribution de probabilité des hypothèses
est supposée uniforme. La partie centrale de la Figure 2.4 montre la sélection de l’exemple
non-étiqueté qui sépare l’espace des versions en deux sous-espaces les plus équiprobables.
Le test sur l’étiquette de cet exemple correspond à un nœud de l’arbre. La partie droite
de la Figure 2.4 montre que l’étiquetage de cet exemple réduit environ de moitié l’espace
des versions au sens de π.

Espace des versions

Exemple de la classe 0

Exemple de la classe 1

Exemple non−étiqueté

Variable 1

Variable 2

Variable 1

Variable 2

?

? : Exemple qui sépare l’espace des versions en deux
     sous−espaces les plus équiprobables possible

Variable 1

Variable 2

Nouvel espace des versions 

Fig. 2.4 – Arbre sur l’espace des versions : problème jouet.

Lors de la construction de cet arbre de décision, cette stratégie cherche le meilleur
exemple à tester pour chacun des nœuds. Pour cela, le gain d’information est mesuré pour
chaque x ∈ s. Le gain est calculé grâce à l’entropie de l’espace des versions courant et des
m sous-ensembles5 induits par le test du label de x. L’exemple dont le test induit le plus
grand gain d’information est sélectionné pour la construction du nœud courant. L’entropie

“Ent” et le gain d’information “Gain” sont définis de la manière suivante, les S
j
i étant les

m sous-ensembles induits par le test de l’exemple xi et la distribution π étant supposée
uniforme tel que π(h) = 1

|s| ∀h ∈ H :

Ent(S) =
∑

S

−logπ(h).π(h)

Gain(S, xi) = Ent(S)−
n∑

j=1

|Sj
i |
|S| Ent(Sj

i )

5Pour une classification binaire, les deux sous-ensembles en question sont S+
i et S−

i .
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La qualité Q d’une stratégie active basée sur la réduction de l’espace des versions peut
être définie comme étant la hauteur moyenne de l’arbre T qu’elle produit. Cela s’écrit de
la manière suivante, avec Height(h) la hauteur de la feuille correspondant à l’hypothèse
h :

Q(T , π) =
∑

h∈H
π(h).Height(h)

De manière générale, la qualité d’une stratégie dépend de la typologie des données
d’apprentissage. Il existe des problèmes triviaux qui nécessitent toutes les étiquettes man-
quantes pour trouver la bonne hypothèse. Sanjoy Dasgupta [Dasgupta, 2005] établit des
bornes théoriques sur le nombre d’étiquettes demandées à l’expert.

Positionnement :
La construction d’un arbre de décision sur l’espace des versions est difficile à mettre en
œuvre dans la pratique car on dispose rarement de l’espace des versions d’un modèle
prédictif et de la distribution de probabilité des hypothèses. Cette approche suppose que
l’hypothèse apprise par le modèle soit toujours consistante avec les exemples étiquetés, ce
qui est restrictif en pratique. Néanmoins, la construction d’un arbre de décision sur l’es-
pace des versions constitue une vue théorique intéressante de l’échantillonnage sélectif. La
dichothomie probabiliste, utilisée au Chapitre 5 dans le cadre d’expériences comparatives,
peut être assimilée à un arbre de décision sur l’espace des versions.

2.2.4 Échantillonnage par réduction de l’erreur de généralisation

L’approche proposée par [Cohn et al., 1995] sélectionne les exemples qui minimiseraient
l’erreur de généralisation du modèle prédictif, s’ils étaient étiquetés. L’erreur commise par
le modèleM à l’itération t est notée Et(M). Cette erreur est calculée grâce à une fonction
de coût, notée Loss(M, x), qui évalue l’erreur du modèle pour une entrée particulière
x ∈ X. Le calcul exact de l’erreur de généralisation intègre la fonction de coût sur l’espace
X, avec P (x) la distribution de probabilités des exemples x ∈ X :

Et(M) =

∫

X

Loss(M, x)P (x)dx

L’idée principale de cette stratégie est d’estimer l’erreur de généralisation du modèleM
à l’itération t+1 ; un exemple non-étiqueté est ajouté à T et des suppositions sont faites sur
la valeur de l’étiquette manquante. SoitM(x⋄,y⋄) le modèle prédictif M dont l’apprentis-
sage prend en compte un exemple fictif supplémentaire, noté (x⋄, y⋄). L’étiquette y⋄ n’est
pas connue. L’erreur de généralisation à l’itération t + 1 est estimée par une intégration
sur toutes les étiquettes de Y. Les différentes valeurs possibles pour l’étiquette de x⋄ sont
pondérées par la probabilité d’observer chacune des classes connaissant cet exemple :

16



2.2. LES PRINCIPALES STRATÉGIES D’APPRENTISSAGE ACTIF

Et+1(Mx⋄) =

∫

Y

P (y|x⋄)dy

∫

X

P (x)Loss(M(x⋄,y), x)dx

L’échantillonnage par réduction de l’erreur de généralisation sélectionne l’exemple non-
étiqueté q ∈ U défini par ArgMinx⋄∈X Et+1(Mx⋄). Une fois étiqueté, l’exemple q est ajouté
à l’ensemble d’apprentissage T .

Sans disposer de tous les éléments de X, Nicholas Roy [Roy and McCallum, 2001]

montre comment cette stratégie peut être mise en œuvre en utilisant uniquement les
données d’apprentissage. L’erreur de généralisation est estimée en considérant seulement
les exemples étiquetés disponibles à l’instant t. Un a priori uniforme sur la distribution
P (x) est adopté :

Êt(M) =
1

|L|

|L|∑

i=1

Loss(M, xi) avec xi ∈ L

Comme précédemment, l’estimation de l’erreur de généralisation à l’itération t + 1
requiert un exemple supplémentaire associé à une des étiquettes possibles. Chaque exemple
x⋄ ∈ U et chaque étiquette y⋄ ∈ Y peuvent s’associer pour former cet exemple supplémen-
taire. Pour chaque exemple non-étiqueté, le modèle est entrâıné plusieurs fois en fixant la
valeur de l’étiquette. L’erreur de généralisation Êt+1(M(x⋄,y⋄)) est estimée pour chaque
valeur de l’étiquette. Lorsque toutes les étiquettes ont été considérées pour un exemple
x⋄ ∈ X, l’erreur de généralisation espérée Êt+1(Mx⋄) est estimée. Pour ce faire, le modèle
prédictif estime la distribution P (y|x), des étiquettes y ∈ Y connaissant les exemples
x ∈ X. Cette stratégie sélectionne les exemples non-étiquetés pour lesquels l’erreur de
généralisation espérée est minimale. Une vue synthétique de cette stratégie est présentée
par l’Algorithme 3. Il existe autant de variantes de cette stratégie que de fonctions de
coût. Considérons à titre illustratif un cas d’utilisation de l’échantillonnage par réduction
de l’erreur de généralisation.

X. Zhu [Zhu et al., 2003] propose d’estimer l’erreur de généralisation par le risque
empirique et d’utiliser une fenêtre de Parzen à noyau gaussien [Parzen, 1962] comme
modèle prédictif. Ici, le risque Rt(M) est défini comme étant la somme des probabilités
que le modèle prenne de mauvaises décisions sur l’ensemble d’apprentissage. Soit p(y|li)
la probabilité d’observer la classe y ∈ Y connaissant l’exemple li ∈ L. Le risque empirique
s’écrit selon l’Équation 2.1, avec 1 la fonction indicatrice égale à 1 si f(li) 6= y et égale à
0 sinon.

Rt(M) =

|L|∑

i=1

∑

y⋄=0,1

1{f(li)6=y⋄} P (y⋄|li)P (li) avec li ∈ L (2.1)

Le modèle prédictif utilisé est un estimateur de densité et estime P̂ (y⋄|li) la probabilité
d’observer la classe y⋄ conditionnellement à l’exemple li. Le risque empirique est estimé
en adoptant un a priori uniforme sur la distribution P (x) (voir Équation 2.2).

17



CHAPITRE 2. APPRENTISSAGE ACTIF : ÉTAT-DE-L’ART ET
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R̂t(M) =
1

|L|

|L|∑

i=1

∑

y⋄=0,1

1{f(ln)6=y⋄} P̂ (y⋄|li) (2.2)

Cette stratégie sélectionne l’exemple non-étiqueté q ∈ U qui minimise le risque à
l’itération t+1. Rt+1(Mx⋄) est le risque espéré après l’étiquetage de l’exemple x⋄ ∈ U . Dans
le cas d’une classification binaire, l’étiquette f(x⋄) est supposée égale à 1 [respectivement
égale à 0] pour estimer R̂t+1(M(x⋄,y⋄=1)) [respectivement R̂t+1(M(x⋄,y⋄=0))]. L’Équation
2.3 montre comment agréger les estimations de risque grâce aux probabilités d’observer
chacune des classes connaissant l’exemple x⋄.

R̂t+1(Mx⋄) = P̂ (y⋄ = 1|x⋄)R̂(M(x⋄,y⋄=1)) + P̂ (y⋄ = 0|x⋄)R̂(M(x⋄,y⋄=0)) avec x⋄ ∈ U

(2.3)

Pour exprimer la stratégie de réduction du risque empirique par un algorithme, il suffit
de remplacer l’étape (B) de l’Algorithme 1 par : “Rechercher l’instance q = ArgMinx⋄∈U

R̂t+1(Mx⋄)”.

Notations :

• M un modèle prédictif muni d’un algorithme d’apprentissage L
• Les ensembles U et L d’exemples non étiquetés et étiquetés

• n le nombre d’exemples étiquetés souhaité.

• L’ensemble d’apprentissage T avec |T | < n

• Y l’ensemble des étiquette qui peuvent être attribuées aux exemples de U

• Êt+1 : U ×M → ℜ une estimation de l’erreur de généralisation pour le modèle M, à
l’itération t, entrâıné avec un exemple supplémentaire tel que T ← T ∪ (x, f(x))

Répéter
(A) Entrâıner le modèleM grâce à L et T

Pour chaque instance x⋄ ∈ U faire

Pour chaque label y⋄ ∈ Y faire

i) Entrâıner le modèleM grâce à L et (T ∪ (x⋄, y⋄))

ii) Calculer l’erreur de généralisation Êt+1(M(x⋄,y⋄))
Fin Pour
Calculer l’erreur de généralisation espérée

Êt+1(Mx⋄) =
∑

y⋄∈Y
Êt+1(M(x⋄,y⋄)).P̂ (y⋄|x⋄)

Fin Pour
(B) Rechercher l’instance q = ArgMinx⋄∈U Êt+1(Mx⋄)
(C) Retirer q de U et demander l’étiquette f(q) à l’expert.
(D) Ajouter q à L et ajouter (q, f(q)) à T

Tant que |T | < n

Algorithme 3: Échantillonnage par réduction de l’erreur de généralisation
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Positionnement :
Les approches d’apprentissage actif par réduction de l’erreur de généralisation ont un
caractère exhaustif. Ces stratégies examinent tous les exemples candidats et toutes les va-
leurs d’étiquette possibles. Les variantes de l’échantillonnage par réduction de l’erreur de
généralisation se différencient entres elles par la fonction de coût utilisée. Il est important
de noter que ces stratégies sont fortement combinatoires. À chaque itération de l’appren-
tissage actif, la sélection des exemples à étiqueter engendre |Y| × |U | entrâınements du
modèle. L’échantillonnage par réduction de l’erreur de généralisation est utilisé dans la
suite de la thèse, dans le cadre d’expériences comparatives.

2.3 Différentes vues sur l’apprentissage actif

Cette section développe certains aspects de l’apprentissage actif et met en exergue les
questions importantes sur la mise en œuvre des stratégies actives. Notre réflexion sur les
enjeux de l’apprentissage actif nous amène à faire des choix et à fixer les objectifs que
devrait atteindre une stratégie idéale.

2.3.1 Dilemme exploitation / exploration

Lors d’un échantillonnage sélectif, le choix des exemples à étiqueter peut être vu comme
le dilemme entre l’exploration et l’exploitation des données d’apprentissage. La sélection
d’un exemple non-étiqueté dans une zone non-échantillonnée de X contribue à explorer
les données. L’espace X tend à être echantillonné uniformément, ce qui limite les zones
pour lesquelles l’hypothèse apprise par le modèle est potentiellement incorrecte. Plus la
dimension X est élevée, plus l’exploration de cet espace requiert d’étiquetage. La sélection
d’un exemple non-étiqueté dans une zone échantillonnée de X contribue à exploiter les
données. Dans ce cas, la stratégie active se concentre sur une zone déjà peuplée d’exemples
étiquetés et affine localement le modèle prédictif.

Le dilemme entre l’exploitation et l’exploration des données peut être illustré grâce
à deux situations extrêmes. D’une part, une stratégie d’apprentissage actif qui ne fait
qu’exploiter les données court le risque d’occulter une grande partie de l’espace X lors de
la sélection des exemples à étiqueter. Le modèle prédictif sera spécialisé dans certaines
régions de X mais il sera vraisemblablement de très mauvaise qualité en généralisation.
D’autre part, une stratégie qui ne fait qu’explorer les données ne se focalise pas sur les
régions de X où l’étiquetage de nouveaux exemples améliorerait le modèle prédictif. Dans
ces conditions, une stratégie d’apprentissage actif présente peu d’intérêt par rapport à
un échantillonnage aléatoire (Section 3.2.2). Ces deux situations extrêmes illustrent la
nécessité pour une stratégie d’apprentissage actif de trouver un compromis entre l’ex-
ploitation et l’exploration des données.

Recours à plusieurs stratégies :
Plusieurs stratégies d’apprentissage actif peuvent être utilisées conjointement pour répon-
dre au compromis exploitation / exploitation. Considérons deux stratégies actives res-
pectivement dédiées à l’exploitation et à l’exploration des données. A chaque itération
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de l’échantillonnage sélectif, une des deux stratégies est utilisée (voir étape B de l’Algo-
rithme 1). Le choix de la stratégie est probabiliste, p représente la probabilité d’explorer
les données et 1−p la probabilité de les exploiter ; ces probabilités devant être mises à jour
au cours de l’échantillonnage sélectif pour ajuster le compromis exploitation / exploration.

T. Osugi [Osugi et al., 2005a] fait un parallèle avec l’apprentissage par renforcement.
Le modèle prédictifM est considéré comme étant un “agent” qui peut faire deux actions :
explorer ou exploiter les données. A chaque itération, l’agent décide d’exécuter une action
et reçoit une récompense [respectivement une punition] si cette action est appropriée [res-
pectivement inappropriée]. Une métrique est utilisée pour mesurer |f̂t − f̂t+1|, la variation
de l’hypothèse apprise par le modèle entre deux itérations. Une action est d’autant plus
récompensée que l’hypothèse apprise par le modèle varie. La probabilité p est mise à jour
après chaque action.

Il est également possible d’utiliser des heuristiques issues de l’optimisation combina-
toire pour gérer le compromis exploration / exploitation. T. Zoller [Zoller and Buhmann,
2000] utilise un algorithme de recuit simulé pour faire varier p au cours du temps. Cette
heuristique inspirée de la thermodynamique fait décrôıtre la probabilité d’explorer les
données selon une fonction prédéfinie, aussi appelée schéma de refroidissement. Cette heu-
ristique concentre l’exploration au début de l’apprentissage actif et exploite par la suite
des données représentatives de X.

Certaines approches intègrent plusieurs stratégies d’apprentissage actif. Contrairement
à l’échantillonnage par comité de modèles (Section 2.2.2) qui met en jeu plusieurs modèles
et une seule stratégie active, ces approches n’utilisent qu’un seul modèle prédictif et plu-
sieurs stratégies actives. L’exemple qui est le mieux “noté” par l’ensemble des stratégies est
sélectionné pour être étiqueté. Dans ce cas, le compromis exploration / exploitation est as-
suré en considérant à la fois des stratégies qui explorent et des stratégies qui exploitent les
données. Y. Baram [Baram et al., 2004] combine trois algorithmes d’apprentissage actif :
l’échantillonnage par incertitude (Section 2.2.1), la réduction de l’erreur de généralisation
(Section 2.2.4) et une heuristique qui lui est propre basée sur les fonctions à noyaux,
appelée “Kernel Farthest First”.

Pré-clustering :
H. Nguyen améliore la stratégie d’échantillonnage par incertitude (Section 2.2.1) grâce à
une méthode de clustering appliquée aux données, à chaque itération, avant la sélection
des exemples à étiqueter [Nguyen and Smeulders, 2004]. L’échantillonnage par incerti-
tude sélectionne des exemples proches de la frontière de décision du modèle prédictif,
cette stratégie exploite l’hypothèse apprise par le modèle sans jamais explorer l’espace des
données. L’utilisation d’un pré-clustering permet de diversifier les exemples sélectionnés.

Un clustering est effectué au préalable sur les données d’apprentissage, Φ = L ∪ U .
Lors de cette étape, les étiquettes des exemples de l’ensemble L sont ignorées. Seuls les
centröıdes des clusters sont candidats à l’étiquetage. Cette stratégie basée sur le pré-
clustering fait deux hypothèses : les exemples d’un même cluster sont supposés appartenir
à la même classe ; les centröıdes sont considérés comme étant représentatifs des clusters.
Cette stratégie cherche à étiqueter des exemples diversifiés, appartenant à des clusters
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2.3. DIFFÉRENTES VUES SUR L’APPRENTISSAGE ACTIF

différents. H. Nguyen propose un critère qui sélectionne le centröıde contribuant le plus à
l’erreur courante.

L’étape de clustering est répétée à chaque itération de l’échantillonnage sélectif. L’uti-
lisateur paramétrise la taille des clusters au cours des itérations successives. La diminution
de la taille des clusters au cours de l’échantillonnage sélectif répond au compromis explo-
ration / exploitation. Lorsque les clusters contiennent beaucoup d’exemples, les centröıdes
sont éloignés les uns des autres. Dans ce cas, la sélection des exemples à étiqueter favorisera
l’exploration des données. Au contraire, lorsque les clusters contiennent peu d’exemples, les
centröıdes sont potentiellement proches les uns des autres. Dans ce cas, la stratégie basée
sur le pré-clustering exploite les données. A l’instar du recuit simulé [Zoller and Buhmann,
2000], cette stratégie explore davantage les données au début de l’échantillonnage sélectif
qu’à la fin.

Mesure de dissimilarité :
Certaines stratégies d’apprentissage actif abordent le compromis exploration / exploitation
en mesurant la dissimilarité entre les exemples sélectionnés. Il existe plusieurs mesures de
dissimilarité.

Xu [Xu et al., 2007] propose une stratégie active multicritère appliquée à la recherche
documentaire. L’objectif est d’extraire des textes d’un corpus répondant au mieux à la
requête d’un utilisateur. Parmi les critères utilisés pour choisir les textes pertinents, une
mesure de dissimilarité est employée. Cette approche exploite une métrique, et maximise
la distance entre le nouvel exemple et l’exemple étiqueté le plus proche. Cette mesure
de dissimilarité étiquette des exemples les plus éloignés les uns des autres, au sens de la
métrique utilisée.

Brinker [Brinker, 2003] présente une mesure de dissimilarité utilisée dans le cadre d’un
échantillonnage sélectif, le modèle prédictif utilisé étant une Machine à Vecteurs Support
(SVM). Le but de cette stratégie est d’étiqueter un ensemble d’exemples à chaque itération,
de manière à réduire le plus possible l’espace des versions S du modèle prédictif. Chaque
exemple candidat à l’étiquetage correspond à un hyperplan dans l’espace préhilbertien
induit par le noyau. Cette stratégie sélectionne des exemples non-étiquetés dont les hy-
perplans correspondants sont orientés selon des directions les plus éloignées les unes des
autres. Une mesure d’angle est définie en exploitant l’astuce du noyau.

Positionnement :
Le compromis entre l’exploitation et l’exploration des données est une question centrale à
l’apprentissage actif. L’objectif commun à toutes les stratégies actives est de trouver un
arbitrage entre deux comportements essentiels : i) se focaliser sur les zones de l’espace
X où l’étiquetage de nouveaux exemples fait progresser le modèle prédictif ; ii) explorer
l’espace X pour connaitre les zones importantes. Une bonne stratégie d’apprentissage actif
doit être capable de gérer ce compromis.
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2.3.2 Apprentissage supervisé vs semi-supervisé

À chaque itération d’un échantillonnage sélectif, un algorithme d’apprentissage est uti-
lisé pour entrâıner le modèle prédictif grâce aux données. Cet algorithme d’apprentissage
est soit supervisé, c’est-à-dire qu’il exploite uniquement les exemples étiquetés, soit semi-
supervisé et exploite tous les exemples disponibles. Pour plus de détails, la Section 4.1.1
présente un bref état-de-l’art des méthodes d’apprentissage semi-supervisé. La plupart des
stratégies d’apprentissage actif présentées à la Section 2.2 peuvent être déclinées selon une
variante semi-supervisée.

Par exemple, O. Chapelle [Chappelle, 2005] adapte la stratégie de l’échantillonnage
par réduction de l’erreur de généralisation (Section 2.2.4) au cas de l’apprentissage semi-
supervisé ; le modèle prédictif utilisé étant une fenêtre de Parzen [Parzen, 1962]. Cette
stratégie intègre les exemples non-étiquetés aux prédictions de la fenêtre de Parzen. Les
exemples non-étiquetés sont supposés suivre la même distribution conditionnelle aux classes
que les exemples étiquetés. O. Chapelle montre expérimentalement que la prise en compte
des exemples non-étiquetés améliore les performances de l’échantillonnage par réduction
de l’erreur de généralisation.

I. Muslea [Muslea et al., 2002] propose une stratégie d’échantillonnage par comité de
modèles fondée sur une version probabiliste du Co-training, nommée le “Co-EMT”. Le
Co-training est un algorithme d’apprentissage semi-supervisé qui partitionne l’ensemble
des variables caractérisant les exemples en deux sous-ensembles disjoints. Cette stratégie
implique deux modèles prédictifs dont l’apprentissage est réalisé sur l’un ou l’autre de ces
sous-ensembles de variables. L’idée principale du “Co-EMT” est de mesurer le désaccord
entre les deux modèles prédictifs, lors de la prédiction des étiquettes des éléments de
U . Cette stratégie d’apprentissage actif fait l’hypothèse que l’ensemble des variables est
séparable en deux sous-ensembles sur lesquels les modèles prédictifs sont capables d’ap-
prendre le concept cible.

D’une manière générale, l’utilisation d’algorithmes d’apprentissage semi-supervisés pour
l’échantillonnage sélectif pose le problème de la représentativité des exemples étiquetés. La
stratégie active induit un biais sur la distribution de l’ensemble L. Du fait que les exemples
étiquetés sont sélectionnés selon une stratégie active, leur distribution n’est pas i.i.d vis-
à-vis de la distribution de l’ensemble Φ. Les ensembles U et L ont donc des distributions
différentes. Ce biais peut être problématique pour l’apprentissage semi-supervisé, lorsque
les exemples non-étiquetés sont supposés suivre la même distribution que l’ensemble L. Une
piste pour remédier à ce problème serait d’utiliser la pondération covariative [Sugiyama et
al., 2007]. Cette méthode d’apprentissage pourrait corriger le biais existant entre les dis-
tributions des ensembles L et U en pondérant les exemples étiquetés. Pour plus de détails
sur la pondération covariative, se reporter à la Section 4.1.1. Dans le Chapitre 3, nous
proposons une méthode d’apprentissage actif basée sur le partitionnement dichotomique
récursif de l’espace X. Cette stratégie met en compétition des modèles locaux et définit
des zones d’intérêt dans l’espace X. Les exemples étiquetés sont choisis aléatoirement (de
manière i.i.d) dans les zones sélectionnées, notre stratégie active n’est donc pas sensible
au biais existant entre L et U .
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Positionnement :
Les récents travaux qui utilisent des algorithmes d’apprentissage semi-supervisé pour l’échan-
tillonnage sélectif montrent que la prise en compte des exemples non-étiquetés améliore
les performances des stratégies actives. Il faut cependant avoir conscience des hypothèses
que les algorithmes semi-supervisés induisent sur les données d’apprentissage. De notre
point de vue, une bonne stratégie d’apprentissage actif exploite les exemples non-étiquetés
sans faire d’hypothèse forte sur la distribution conditionnelle aux classes. Notre objectif
est d’élaborer une stratégie active applicable dans le cas général, où aucune information
sur la distribution conditionnelle aux classes n’est disponible.

2.3.3 Hypothèses sur les données

Dans le cadre général de l’échantillonnage sélectif aucune information sur la distri-
bution des classes n’est disponible. Pourtant, les principales approches de la littérature
adoptent des hypothèses fortes sur les données. Ces hypothèses sont soit induites par
la stratégie active qui sélectionne les exemples à étiqueter, soit induites par le modèle
prédictif.

Hypothèses induites par les stratégies actives :
L’échantillonnage par incertitude (Section 2.2.1) sélectionne les exemples les plus proches
de la frontière de décision. Les données ne sont jamais explorées dans le reste de l’espace
de recherche X. Dans le cas où les données sont bruitées ou non-séparables par le modèle
prédictif, l’échantillonnage par incertitude peut adopter des comportements pathologiques.
Par exemple, cette stratégie peut concentrer l’étiquetage de nouveaux exemples dans une
zone fortement bruitée de X. Finalement, l’échantillonnage par incertitude fait l’hypothèse
que les données sont séparables par le modèle prédictif et non-bruitées.

L’échantillonnage par comité de modèles (Section 2.2.2) suppose que les hypothèses
h1...hm ∈ H apprises par les modèles prédictifsM1...Mm forment un échantillon représenta-
tif de l’espace des versions S ⊆ H. Cette stratégie présume que les hypothèses apprises
par les modèles sont consistantes avec les exemples étiquetés, h1...hm ∈ S. Cette condition
n’est pas nécessairement vérifiée en pratique, notamment dans le cas où les données sont
bruitées ou non-séparables par les modèles prédictifs utilisés.

L’échantillonnage par réduction de l’erreur de généralisation (Section 2.2.4) estime
E(M) l’erreur de généralisation du modèle prédictifM, en exploitant les exemples étique-
tés de l’ensemble L. Cette stratégie d’apprentissage actif pose le problème de la qua-
lité de l’estimation de E(M), notamment au début de l’échantillonnage sélectif, lorsque
les exemples étiquetés sont peu nombreux. L’estimation de l’erreur de généralisation est
biaisée car l’ensemble L est par définition non-i.i.d, car les exemples étiquetés sont choisis
selon un critère de sélection.

Hypothèses induites par le modèle prédictif :
Le modèle prédictif employé dans le cadre d’un échantillonnage sélectif peut également
induire des hypothèses sur les données. Par exemple, l’utilisation d’un Séparateur à Vaste
Marge pure (SVM) [Tong and Koller, 2000] suppose que les données sont linéairement
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séparables, une fois projetées dans l’espace préhilbertien propre à la fonction “noyau”
utilisée.

La régression logistique est un modèle prédictif fréquemment employé pour l’échantillon-
nage sélectif [Castro and Nowak, 2005]. Ce modèle fait l’hypothèse que les données sont
organisées autour d’un hyperplan séparateur. Dans le cas d’un problème de classification
binaire, cet hyperplan coupe X en deux sous-espaces qui sont peuplés d’exemples majori-
tairement étiquetés par l’une des deux classes. Les distributions conditionnelles aux classes
sont supposées varier continûment le long de l’axe orthogonal à l’hyperplan séparateur. La
régression logistique peut être mise à mal lorsque les données d’apprentissage ne respectent
pas ces hypothèses.

Enfin, la fenêtre de Parzen à noyau gaussien est un autre exemple de modèle prédictif
utilisé pour l’échantillonnage sélectif [Chappelle, 2005]. Ce modèle prédictif fait l’hypothèse
que la géométrie du motif à découvrir est homogène dans l’espace X, la variance du noyau
gaussien étant identique pour toutes les régions de l’espace. La fenêtre de Parzen suppose
également que les distributions conditionnelles aux classes sont des sommes de gaussiennes
centrées sur les exemples étiquetés. Cela peut être problématique lorsque les données sont
constituées de zones pures6 dont les frontières se situent dans des régions de forte densité.

Positionnement :
Une procédure d’échantillonnage sélectif est difficilement applicable à des données quel-
conques, au vue des hypothèses induites par les stratégies actives ou par les modèles
prédictifs utilisés. Il existe deux voies possibles pour contourner cette difficulté. Comme
exposé en introduction de ce chapitre, une stratégie active pourrait chercher parmi une col-
lection d’hypothèses a priori celles qui sont les plus adaptées aux données observées. Dans
ce cas, le but serait de déterminer le plus tôt possible la nature des données d’apprentis-
sage. Dans le cadre de cette thèse, nous adoptons un point de vue alternatif. Notre objectif
est d’élaborer une stratégie d’apprentissage actif qui adopte les hypothèses a priori les plus
faiblement informatives. Une telle stratégie doit être performante quelque soit la nature
des données d’apprentissage. Dans la suite de ce manuscrit, l’élaboration d’une stratégie
Bayésienne “objective” [Berger, 2006] est présentée au Chapitre 5.

2.3.4 Critère d’arrêt

La plupart des stratégies actives utilisées dans le cadre d’un échantillonnage sélectif
exploitent un critère d’arrêt trivial. Un budget d’étiquetage permettant l’achat de n

étiquettes est préalablement fixé. Pour rappel, le coût d’étiquetage est considéré comme
étant constant quelque soit l’exemple. Les stratégies actives ont pour but de sélectionner
itérativement les n exemples les plus utiles à l’apprentissage du modèle prédictif. L’échantil-
lonnage sélectif s’arrête lorsque le budget d’étiquetage est épuisé.

Le critère d’arrêt pourrait tenir compte de la qualité ou de l’amélioration du modèle
prédictif ; cette piste est très peu explorée dans la littérature. Dans ce cas, l’Algorithme 1

6On entend par zone pure, une région de l’espace X où tous les exemples étiquetés sont de la même
classe.
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s’arrêterait lorsque les nouveaux exemples étiquetés n’améliorent plus significativement le
modèle prédictif. L’élaboration d’un tel critère d’arrêt pose plusieurs difficultés :

Manque d’exemples étiquetés pour l’évaluation du modèle courant :
Y. Baram [Baram et al., 2004] souligne le fait que le modèle prédictif ne peut pas être cor-
rectement évalué lors d’un échantillonnage sélectif. Une évaluation fiable requiert un grand
nombre d’exemples étiquetés ; c’est pourquoi les méthodes standards comme la validation
croisée ne permettent pas d’évaluer précisément le modèle prédictif. R. Kothari [Kothari
and Jain, 2003] suggère une heuristique exploitable dans le cadre de l’échantillonnage
sélectif, pour l’évaluation d’un modèle prédictif. Les principales étapes cet algorithme sont
les suivantes :

• apprentissage du modèle grâce à l’ensemble T ;

• prédiction des étiquettes des éléments de U par le modèle prédictif courantM ;

• élaboration d’un nouvel ensemble d’apprentissage T ∗ grâce aux étiquettes prédites
pour les exemples non-étiquetés ;

• élaboration d’un nouvel ensemble de test Test∗ grâce aux exemples étiquetés de L ;

• apprentissage d’un nouveau modèle prédictif M∗ grâce à l’ensemble T ∗ ;

• évaluation de M∗ sur l’ensemble Test∗.

De notre point de vue, cette heuristique n’est pas fiable car l’ensemble de test Test∗

comporte un faible nombre d’exemples étiquetés. De plus, les données utilisées pour l’ap-
prentissage du modèle M∗ contiennent potentiellement des erreurs, les étiquettes étant
issues des prédictions du modèle initialM. La faible quantité d’exemples étiquetés consti-
tue le principal obstacle à l’élaboration d’un critère d’arrêt fondé sur la qualité du modèle
prédictif.

Biais sur la distribution de l’ensemble L :
L’évaluation consiste à calculer l’erreur moyenne que commet le modèle lors de la prédiction
des étiquettes des éléments de L, étant donnée une mesure d’erreur. Cette évaluation doit
prendre en compte le biais induit par la stratégie active sur la distribution des exemples
étiquetés. La distribution de l’ensemble L est biaisée au profit des exemples jugés utiles
par la stratégie active ; cette distribution n’est donc pas représentative des données.

Une piste pour résoudre ce problème serait d’utiliser la pondération covariative [Su-
giyama et al., 2007] (Pour plus de détails, voir Section 4.1.1). Cette approche pourrait
être exploitée pour corriger le biais existant entre les ensembles L et Φ. L’idée principale
est de pondérer les exemples étiquetés lors de l’estimation de l’erreur moyenne du modèle.
Tout d’abord, un estimateur de densité est utilisé pour évaluer PU [respectivement PL], la
distribution des exemples non-étiquetés [respectivement étiquetés]. La pondération d’un

exemple (x, y) ∈ T est donnée par le ratio PU (x)
PL(x) . Les exemples étiquetés qui sont “sous-

représentatifs” de l’ensemble U sont davantage pris en compte lors de l’évaluation du
modèle. M. Sugiyama montre que grâce à cette pondération l’évaluation du modèle est
non biaisée, sous réserve que les distributions PU et PL soient estimées correctement. La
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faible quantité d’exemples étiquetés rend la technique de la pondération covariative difficile
à mettre en œuvre dans le cas d’un échantillonnage sélectif.

Positionnement :
L’évaluation du modèle prédictif courant est un problème difficile. La qualité du modèle
prédictif serait pourtant un très bon indicateur pour arrêter un échantillonnage sélectif.
Cette connaissance permettrait d’éviter l’étiquetage d’exemples inutiles, qui ne font plus
progresser le modèle prédictif de manière significative. L’utilisation d’un modèle robuste
est un premier pas pour résoudre le problème de l’évaluation. Ce modèle doit être capable
d’apprendre avec peu de données (non-i.i.d) et d’estimer la confiance que l’on peut avoir
en ces prédictions.

Dans la suite de ce manuscrit, des expériences sont menées pour évaluer et comparer
des stratégies actives sur différents jeux de données. Dans le cadre de ces expériences, le
critère d’arrêt prend la forme d’un budget d’étiquetage. L’échantillonnage sélectif s’arrête
lorsque le nombre d’exemples étiquetés atteint la limite du budget préalablement fixé.

2.3.5 Notre protocole d’évaluation

Les travaux expérimentaux réalisés dans cette thèse nécessitent d’évaluer et de compa-
rer des stratégies d’apprentissage actif. Cette section définit notre protocole d’évaluation
ainsi que les mesures de performance employées.

Qu’est-ce que la qualité d’une stratégie d’apprentissage actif ?
Dans le cadre d’un échantillonnage sélectif, une stratégie active a pour but d’étiqueter les
exemples les plus utiles à l’apprentissage du modèle prédictif. La qualité de l’échantillon
d’apprentissage L est relative au modèle utilisé et ne peut pas être mesurée directement.
Lors de l’évaluation d’une stratégie active, la performance du modèle prédictif est supposée
refléter la qualité des exemples étiquetés. Pour comparer plusieurs stratégies d’apprentis-
sage actif, certains paramètres doivent être identiques : le nombre d’exemples étiquetés, le
modèle prédictif, l’algorithme d’apprentissage et l’état initial des données d’apprentissage.

Quelles données d’évaluation ?
Lors de la mise en œuvre d’un échantillonnage sélectif sur un problème réel, aucun ensemble
de test n’est disponible. Seuls les exemples jugés utiles par la stratégie active sont étiquetés
par un expert moyennant un coût. En pratique, l’absence d’une grande quantité d’exemples
étiquetés rend l’évaluation du modèle prédictif impossible à réaliser.

Les stratégies d’apprentissage actif peuvent cependant être utilisées pour certains types
d’applications. En faisant un parallèle avec l’apprentissage par renforcement [Harmon,
1996], une stratégie active peut être vue comme un agent dont les actions consistent à
sélectionner les exemples à étiqueter. L’évaluation du modèle prédictif peut être remplacée
par un signal de renforcement généré par l’application (i.e : un bénéfice, une productivité,
un coût de fabrication ... etc.). Dans ce cas, le choix des exemples est influencé par le
signal de renforcement.
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Dans le cadre des travaux expérimentaux réalisés dans cette thèse, l’évaluation des
stratégies d’apprentissage actif est essentielle. Pour ce faire, des jeux de données initia-
lement prévus pour la classification supervisée sont utilisés. Ces jeux de données sont
divisés en deux ensembles indépendants (apprentissage et test) dont les exemples sont
tous étiquetés. Les étiquettes des exemples d’apprentissage sont masquées au début de
l’échantillonnage sélectif. L’étiquetage des exemples par l’expert est simulé en dévoilant
les étiquettes correspondantes. Lors de ces expériences, l’ensemble de test est utilisé pour
évaluer le modèle prédictif, l’apprentissage du modèle étant réalisé grâce aux exemples
étiquetés et non-étiqueté.

Comment mesurer la qualité d’un échantillonnage sélectif ?
L’évaluation des stratégies actives requiert un critère mesurant la performance du modèle
prédictif. Parmi les mesures d’évaluation dédiées à la classification supervisée, nous choi-
sissons d’utiliser l’aire sous la courbe de ROC aussi appelée AUC (Area Under roc Curve)
[Fawcett, 2003]. Des travaux récents montrent que ce critère d’évaluation est l’un des plus
performants [Huang and Ling, 2005]. L’AUC est présentée dans l’Annexe A.a.

Dans le cadre d’un échantillonnage sélectif, la performance d’un modèle prédictif n’est
pas forcément reproductible pour |L| fixé. La stratégie active et l’algorithme d’apprentis-
sage utilisés ne sont pas nécessairement déterministes. Le protocole d’évaluation utilisé
dans cette thèse consiste à répéter plusieurs fois les expériences pour évaluer la perfor-
mance du modèle au cours d’un échantillonnage sélectif. Pour chaque valeur de |L|, la
performance moyenne et la variance des résultats sont évaluées.

Ce protocole d’évaluation ne permet pas de comparer deux stratégies actives sur
l’intégralité d’un jeu de données. En effet, les courbes obtenues tracent la performance
moyenne de chaque stratégie en fonction du nombre d’exemples étiquetés. L’intégration
de la performance du modèle sur l’ensemble des valeurs de |L| permet d’obtenir une va-
leur scalaire représentative de la performance d’une stratégie sur l’intégralité d’un jeu de
données. Dans le cadre de cette thèse, nous utilisons la mesure de déficit [Baram et al.,
2004] qui compare une stratégie active à la stratégie aléatoire. Cette mesure de déficit est
présentée dans l’annexe A.c.

2.4 Conclusion : Nos objectifs

Dans ce chapitre, nous avons présenté les principales stratégies d’apprentissage ac-
tif de la littérature. Cet état-de-l’art se place dans le cadre de l’échantillonnage sélectif
(voir Algorithme 1) et s’intéresse aux stratégies capables de résoudre des problèmes de
classification. Par la suite, nous avons développé certains aspects de l’apprentissage ac-
tif. L’objectif de cette analyse est de justifier nos choix pour l’élaboration d’une stratégie
active innovante.

Pour évaluer les stratégies d’apprentissage actif nous choisissons d’utiliser deux critères
d’évaluation dans la suite de ce manuscrit. D’une part, l’AUC évalue les stratégies actives
en fonction du nombre d’exemples étiquetés |L| (voir Annexe A.a). Pour chaque stratégie,
l’AUC permet de tracer une courbe représentant la performance moyenne et la variance
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des résultats en fonction de |L|. D’autre part, une mesure de déficit est utilisée pour
comparer une stratégie active à la stratégie aléatoire sur l’intégralité d’un jeu de données
(voir Annexe A.c).

De notre point de vue, les performances attendues d’une stratégie d’apprentissage actif
idéale répondent à trois critères : i) une bonne stratégie active doit toujours être meilleure
ou équivalente à la stratégie aléatoire, quelque soit le nombre d’exemples étiquetés ; cela
se traduit soit par un déficit inférieur à 1, soit par une courbe de performance qui domine
la courbe de la stratégie aléatoire pour toutes les valeurs de |L| ; ii) la performance d’une
stratégie active doit toujours crôıtre ou rester constante lors des itérations successives d’un
échantillonnage sélectif, la courbe de performance doit être monotone croissante ; iii) une
stratégie active doit approcher la performance optimale avant d’avoir étiqueté tous les
exemples, |L| = |Φ|.
Nous fixons aussi d’autres objectifs que devrait atteindre une stratégie d’apprentissage
actif idéale :

1. Notre premier objectif est d’assurer un bon compromis entre l’exploitation et l’ex-
ploration des données. La Section 2.3.1 présente un état-de-l’art sur les stratégies ac-
tives qui gèrent ce compromis. Ces travaux sont fondés sur le pré-clustering [Nguyen
and Smeulders, 2004], sur l’exploitation d’une mesure de dissimilarité [Brinker, 2003;
Xu et al., 2007], ou encore sur l’utilisation de plusieurs stratégies dédiées soit à l’ex-
ploration, soit à l’exploitation des données [Zoller and Buhmann, 2000; Baram et
al., 2004]. Dans le Chapitre 3, nous proposons une stratégie d’apprentissage actif
par modèles locaux. Cette stratégie originale partitionne récursivement l’espace X et
met en compétition des modèles locaux à chacune des zones pour choisir les exemples
à étiqueter. Un critère de sélection de zone règle explicitement le compromis exploi-
tation / exploration.

2. Une stratégie d’apprentissage actif idéale exploite les exemples non-étiquetés
sans faire d’hypothèses fortes sur les données. La Section 2.3.2 montre que les princi-
pales stratégies actives de la littérature peuvent être améliorées par l’utilisation d’un
algorithme d’apprentissage semi-supervisé [Chappelle, 2005; Muslea et al., 2002]. Ces
variantes semi-supervisées induisent généralement des hypothèses sur les données.
Notre objectif est d’élaborer une stratégie active exploitant un algorithme d’appren-
tissage semi-supervisé qui soit applicable dans le cas général, où aucune information
sur les données n’est disponible. Dans le Chapitre 4, nous proposons une méthode
de discrétisation semi-supervisée basée sur une approche Bayésienne objective. Cette
méthode de discrétisation adopte des hypothèses faiblement informatives.

3. La stratégie d’apprentissage actif et le modèle prédictif utilisé doivent adopter des
hypothèses a priori faiblement informatives. La Section 2.3.3 montre que dans
la plupart des travaux de la littérature, des hypothèses fortes sont faites sur les
données. Selon notre point de vue, ces hypothèses posent problème lors de l’applica-
tion d’une stratégie active à des données réelles dont la nature est inconnue. Dans le
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Chapitre 5, nous présentons une stratégie active fondée sur une approche Bayésienne
objective. Cette stratégie, et le modèle de discrétisation qu’elle utilise adoptent des
hypothèses faiblement informatives.

4. Le modèle prédictif utilisé lors de l’échantillonnage sélectif doit être robuste. La
Section 2.3.4 montre qu’en pratique, le modèle prédictif ne peut être évalué qu’en
considérant les exemples étiquetés. Une évaluation précise est difficile à obtenir en
raison du faible nombre d’exemples étiquetés. L’utilisation d’un modèle prédictif
robuste limite ce problème. La méthode de discrétisation MODL [Boullé, 2006b] ex-
ploitée dans les Chapitres 4 et 5 est très robuste. Cette méthode de discrétisation
s’est distinguée à ce sujet lors de plusieurs challenges internationaux [Boullé, 2007a].
Le Chapitre 4 présente une extension de l’approche MODL au cas de l’apprentissage
semi-supervisé. Le Chapitre 5 propose une stratégie active basée sur notre approche
de discrétisation semi-supervisée.

5. Une bonne stratégie d’apprentissage actif doit estimer le biais qu’elle induit sur la
distribution de l’ensemble L. Comme expliqué à la Section 2.3.4, la connaissance de
ce biais serait très utile à l’évaluation du modèle prédictif lors d’un échantillonnage
sélectif. Une piste pour résoudre ce problème serait d’exploiter la pondération cova-
riative pour estimer ce biais [Sugiyama et al., 2007].

6. Une stratégie d’apprentissage actif doit être munie d’un critère d’arrêt. Le critère
d’arrêt utilisé dans le cadre de nos expériences prend la forme d’un budget d’étique-
tage. D’autres pistes pourraient être explorées, notamment l’élaboration d’un critère
d’arrêt basé sur la qualité du model prédictif. Ces pistes sont peu traitées dans la
littérature.

7. Une stratégie d’apprentissage actif idéale ne doit pas impliquer de paramètres
à ajuster. La stratégie d’apprentissage actif par modèles locaux qui est élaborée au
Chapitre 3 donne des résultats prometteurs ; mais cette stratégie implique plusieurs
paramètres qui sont difficiles à régler en pratique. On se fixe pour objectif d’améliorer
cette stratégie grâce aux travaux réalisés aux Chapitres 4 et 5.
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3.2.1 Paramétrage de la curiosité adaptative . . . . . . . . . . . . . . . 37

3.2.2 Conditions expérimentales . . . . . . . . . . . . . . . . . . . . . . 39

3.2.3 Résultats . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 40
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Les travaux présentés dans ce manuscrit sont réalisés dans le cadre de l’échantillonnage
sélectif (voir Algorithme 1, page 8). Dans ce cas, la stratégie active n’observe qu’une partie
restreinte Φ de l’espace d’entrée X. L’ensemble Φ = L ∪ U contient des exemples étiquetés
(L) et des exemples non-étiquetés (U). Les étiquettes associées aux exemples de l’ensemble
U peuvent être demandées à un expert moyennant un coût. L’objectif d’une stratégie active
est de sélectionner les exemples les plus utiles à l’apprentissage du modèle prédictif, et de
les faire étiqueter par l’expert.

La plupart des stratégies d’apprentissage actif de la littérature exploitent des modèles
globaux à l’espace d’entrée X. L’idée développée dans ce chapitre est de partitionner X

et d’entrâıner des modèles localement à chacune des zones. Nous proposons une stratégie
active originale qui réalise un partitionnement dichotomique récursif de l’espace d’entrée
et qui met en compétition des modèles locaux afin de choisir les exemples à étiqueter.

La stratégie d’apprentissage actif par modèles locaux présentée dans ce chapitre gère
naturellement le compromis exploitation / exploration grâce à un mécanisme de sélection
de zones. À chaque itération de l’échantillonnage sélectif, notre stratégie sélectionne la
zone de l’espace X dans laquelle l’étiquetage d’un nouvel exemple améliore le plus le
modèle local associé. Le niveau d’intérêt des zones varie au cours de l’échantillonnage
sélectif. Par exemple, une zone voit son intérêt diminuer lorsque son modèle local atteint
sa performance optimale. Cet aspect dynamique est très important, c’est ce mécanisme
qui permet de délaisser les zones fortement exploitées et d’explorer le reste de l’espace X.

Notre stratégie d’apprentissage actif est basée sur la “curiosité adaptative”, une heu-
ristique issue de la robotique développementale [Oudeyer and Kaplan, 2004]. La curiosité
adaptative a pour but de rendre un robot autonome dans le choix des situations à ap-
prendre. Nos travaux consistent à adapter cette heuristique au cas de l’échantillonnage
sélectif et à l’améliorer.

Ce chapitre s’organise de la manière suivante : la Section 3.1 présente la curiosité
adaptative d’un point de vue générique, ainsi que les choix initiaux d’implémentation. La
Section 3.2 établit un parallèle entre la curiosité adaptative et l’échantillonnage sélectif.
Une première implémentation näıve de la curiosité adaptative y est présentée et le compor-
tement de cette stratégie y est illustré sur un problème jouet. En considérant les résultats
obtenus à la Section 3.2, un nouveau critère de sélection de zone est défini à la Section
3.3. Notre stratégie active est comparée avec deux autres stratégies de la littérature, dans
le cadre d’un problème jouet à la Section 3.3.3, et sur un problème industriel à la Section
3.4. Pour conclure, nous montrons en quoi notre stratégie répond en partie aux questions
soulevées en conclusion du Chapitre 2 (Section 2.4, page 27). Nous introduisons également
la suite de nos travaux dont l’objectif est d’améliorer la stratégie d’apprentissage actif par
modèles locaux.
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3.1 Curiosité adaptative

Cette section présente la curiosité adaptative et son lien avec l’échantillonnage sélectif.
Un algorithme générique est présenté, ainsi que les choix d’implémentation initiaux [Ou-
deyer and Kaplan, 2004].

3.1.1 Un lien naturel avec l’apprentissage actif

L’exploration de situations inconnues joue un rôle important dans le développement
cognitif des individus. Selon certains psychologues, les comportements que nous adop-
tons pour apprendre sont intrinsèquement motivants. Cette théorie [White, 1959] explique
notre curiosité et nos activités d’explorations comme étant une source de satisfaction.
L’élaboration d’un robot animé par les mêmes mécanismes que ceux de l’apprentissage
humain est un défi proposé par la robotique développementale. L’ambition de ce champ
de recherche est d’élaborer une machine capable de détecter les situations “étonnantes” et
de les exploiter lors de son apprentissage.

Y. Nagai [Nagai et al., 2002] montre que l’apprentissage d’un robot peut être accéléré
en le soumettant à des situations successives dont la difficulté est croissante. On entend
par “situation” un état particulier des capteurs du robot. Pour chaque situation le robot
reçoit une réponse de son environnement. Le robot peut par exemple être confronté à un
obstacle, ou encore, trouver une source d’énergie... etc. Le choix des situations auxquelles
le robot est confronté lors de son apprentissage relève du compromis entre l’exploitation,
où le robot améliore son comportement pour des situations proches de celles qu’il a déjà
rencontré ; et l’exploration de l’environnement, où le robot recherche des situations tota-
lement inconnues.

Le but de la curiosité adaptative est de rendre le robot autonome dans le choix des
situations à apprendre. La curiosité adaptative [Oudeyer and Kaplan, 2004] est l’une des
voies possibles pour atteindre cet objectif. Le niveau de difficulté des situations apprises
doit toujours être adapté à l’apprentissage du robot. Dans le cas idéal, le robot s’intéresse
progressivement à des situations de plus en plus difficiles et évite les situations pour
lesquelles il ne peut rien apprendre. L’objectif de la curiosité adaptative est de maximiser
les progrès du robot en choisissant les bonnes situations, au bon moment.

La première intuition pour mesurer les progrès d’un robot est de comparer des situa-
tions successives. Si le robot réalise une tâche mieux que précédemment, il est supposé
avoir réalisé des progrès. Y. Nagai illustre, grâce à un exemple simple, qu’une telle mesure
de progrès engendre des comportements aberrants. Considérons un robot qui cherche à
estimer sa position à l’issue d’un déplacement. Le robot maximise ses progrès en alternant
l’immobilité et une collision avec un obstacle. L’immobilité est l’action qui permet au ro-
bot de prédire sa prochaine position avec la plus grande exactitude. En comparant cette
performance avec l’état précédant, où le robot percute un obstacle, le progrès est supposé
être très élevé.

La force de la curiosité adaptative est de comparer des situations similaires et non pas
successives [Oudeyer and Kaplan, 2004]. Pour cela, les situations similaires sont regroupées
entre elles, ce qui se traduit par le partitionnement récursif de l’espace de variation des
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capteurs. Des modèles d’apprentissage locaux à chacune des zones sont entrâınés en pa-
rallèle. La curiosité adaptative met en jeu un mécanisme de sélection de zone qui détermine
le type de situations que le robot doit apprendre, et qui indique quelles sont les zones à
partitionner plus finement.

Par analogie avec l’échantillonnage sélectif, la curiosité adaptative peut être vue comme
une stratégie active. Le robot correspond à un modèle prédictif qui cherche à résoudre un
problème de classification. Les situations auxquelles le robot est confronté lors de son
apprentissage correspondent aux exemples sélectionnés par la stratégie active. Enfin, les
réponses de l’environnement correspondent aux étiquetages réalisés par l’expert. Comme
le montre la suite de ce chapitre, le principe de la curiosité adaptative est transposable au
problème de l’échantillonnage sélectif.

3.1.2 Algorithme générique

L’idée principale de la curiosité adaptative est de partitionner l’espace X en zones mu-
nies de modèles prédictifs locaux. Un modèle local est spécialisé dans un type de situations
que le robot doit appréhender. L’apprentissage d’un modèle local prend uniquement en
compte les situations de la zone correspondante. Le partitionnement de l’espace X est
récursif, c’est-à-dire qu’il évolue au cours du temps et que les zones formées sont incluses
les unes dans les autres. Les zones où l’apprentissage des modèles locaux s’améliore le plus
sont sélectionnées pour être partitionnées plus finement.

La curiosité adaptative met en jeu un critère de sélection de zones qui définit les
régions de l’espace X que le robot doit exploiter. La sélection des zones d’intérêt est
basée sur l’évaluation des progrès réalisés par les modèles locaux. Du point de vue de
l’échantillonnage sélectif, la sélection des zones d’intérêt correspond à une stratégie active.
À chaque itération, les exemples appartenant à la zone sélectionnée sont candidats à
l’étiquetage.

La Figure 3.1 présente un exemple illustratif de partitionnement récursif effectué par
la curiosité adaptative. L’espace d’entrée X contient deux variables x1 et x2 symbolisées
par les axes horizontal et vertical des trois graphiques. À l’itération Q, trois zones sont
associées aux modèles m1, m2, et m3. L’apprentissage de ces modèles locaux exploite trois
ensembles d’apprentissage disjoints (l1, u1), (l2, u2), (l3, u3). Le partitionnement de l’espace
X est réalisé progressivement, à mesure que des exemples sont étiquetés (itérations Q + Q′

et Q + Q′ + Q′′). Lors du partitionnement d’une zone, le modèle local associé est dupliqué
dans les zones filles. À l’itération Q + Q′, le modèle m2 est dupliqué et les exemples de la
zone 2 sont partagés en deux sous-ensembles (l21, u21) et (l22, u22), vers les zones filles 2
et 4. Par la suite, les modèles locaux continuent leur apprentissage indépendamment grâce
aux exemples appartenant à leur zone. Ainsi, à l’itération Q + Q′ + Q′′ les zones 2 et 4
sont munies de modèles locaux différents, m2 et m4.
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Fig. 3.1 – Partitionnement de l’espace d’entrée X.

Notation :

• Un algorithme d’apprentissage L

• Un ensemble M = {m1, m2, ..., mn} de n modèles prédictifs locaux

• U = {u1, u2, ..., un} l’ensemble des exemples non-étiquetés

• L = {l1, l2, ..., ln} l’ensemble des exemples étiquetés partitionné en n sous-ensembles

• T = {t1, t2, ..., tn} les sous-ensembles d’apprentissage correspondant aux modèles locaux, avec
ti = {(x, f(x))} ∀x ∈ li

n← 1

Répéter

(A) Choisir un modèle local mi à alimenter en exemples
(B) Tirer un nouvel exemple x∗ dans li

(C) Étiqueter l’exemple x∗, ti ← ti ∪ (x∗, f(x∗))
(D) Entrâıner le modèle local mi grâce à L, ui et ti

Si le critère de séparation est satisfait Alors

(i) Partitionner li en deux sous-ensembles lj et lk
(ii) Dupliquer mi en deux modèles locaux mj et mk

(iii) n← n + 1
Fin Si

Tant qu’on peut étiqueter des exemples

Algorithme 4: Curiosité adaptative

L’Algorithme 4 montre les principales étapes de la curiosité adaptative. Cet algorithme
est écrit dans le cadre de l’échantillonnage sélectif et peut être assimilé à une stratégie
d’apprentissage actif. Un premier critère est utilisé pour choisir la zone à alimenter en
exemples (étape A). L’étape suivante consiste à tirer un exemple dans la zone sélectionnée
(étape B). L’expert étiquette l’exemple sélectionné (étape C) et le modèle local est en-
trâıné en considérant un exemple étiqueté supplémentaire (étape D). Un deuxième critère
détermine si la zone courante doit être, ou non, partitionnée. Si tel est le cas, la zone
“mère” est partitionnée en deux zones “filles” (étape i). Enfin, le modèle local associé à la
zone “mère” est dupliqué dans les zones “filles” (étape ii).
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La curiosité adaptative cherche à définir les zones d’intérêt de l’espace X, où les modèles
locaux progressent le plus.

3.1.3 Paramètres : les choix initiaux d’Oudeyer et al.

L’Algorithme 4 présente la curiosité adaptative d’un point de vue générique, l’implémen-
tation de chaque étape reste à définir. Pour mettre en œuvre la curiosité adaptative, il est
nécessaire de répondre aux questions suivantes :

1. Comment sélectionner les zones à alimenter en exemples étiquetés ?

2. Comment sélectionner les exemples à étiqueter au sein d’une zone ?

3. Comment décider si une zone doit être, ou non, partitionnée ?

4. En combien de zones “filles” une zone “mère” doit-elle être partitionnée ?

5. Quels modèles prédictifs locaux utiliser ?

Les choix d’implémentation initiaux [Oudeyer and Kaplan, 2004] apportent une première
réponse à ces questions.

Sélection de zones : (questions 1 et 2)
À chaque itération de l’échantillonnage sélectif, le modèle local qui s’améliore le plus est
considéré comme ayant le plus fort potentiel d’amélioration. La zone associée au modèle
local qui réalise les progrès les plus importants est sélectionnée. Un exemple à étiqueter
est choisi de manière aléatoire dans cette zone. Selon les auteurs [Oudeyer and Kaplan,
2004], la sélection de zones d’intérêt est fondée sur l’évaluation des progrès réalisés par
les modèles locaux. Deux étapes sont nécessaires : i) la performance des modèles locaux
est évaluée grâce aux exemples étiquetés de chaque zone, étant donnée une mesure de
performance ; ii) les progrès des modèles locaux sont évalués grâce aux variations de leurs
performances sur une fenêtre temporelle. La sélection des zones d’intérêt implique donc
deux paramètres : une mesure de performance et une fenêtre temporelle.

Partitionnement : (questions 3 et 4)
Selon Oudeyer et al, une zone doit être partitionnée quand le nombre d’exemples étiquetés
qu’elle comporte dépasse un certain seuil. Les zones les plus peuplées sont intéressantes
à partitionner car les modèles locaux associés ont réalisé des progrès importants lors des
itérations précédentes. Le seuil de partitionnement est un premier paramètre à régler.

Les auteurs [Oudeyer and Kaplan, 2004] choisissent de partitionner une zone “mère”
en deux zones “filles”. Pour effectuer ce partitionnement, chaque dimension de l’espace
X est considérée. Pour chaque dimension, toutes les valeurs de coupure possibles sont
évaluées. Le critère de partitionnement cherche la dimension et la valeur de coupure qui
minimisent la variance des prédictions du modèle de part et d’autre de la coupure. Tous
les exemples (étiquetés et non-étiquetés) sont exploités lors de cette étape. Ce critère
de partitionnement tend à élaborer des zones pures, ce qui facilite l’apprentissage des
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modèles locaux. Une contrainte supplémentaire est définie par les auteurs : une coupure
doit séparer les exemples étiquetés d’une zone en deux sous-ensembles dont les effectifs
sont à peu près équilibrés1. La proportion d’exemples étiquetés dans chacune des zones
“filles” est un deuxième paramètre à régler.

Modèle locaux : (question 5)
Dans les travaux initiaux [Oudeyer and Kaplan, 2004], l’apprenant est un robot simulé par
ordinateur qui est composé d’un ensemble de modèles locaux. Ces modèles exploitent la
méthode des K-plus proches voisins pour effectuer leurs prédictions. La sélection des zones
d’intérêt et le partitionnement de l’espace X dépendent des modèles locaux employés.

3.2 Transposition à la classification

Notre objectif est de transposer la curiosité adaptative aux problèmes de classification,
en modifiant au minimum les choix d’implémentation initiaux. Cette section étudie le
comportement de la curiosité adaptative sur un problème jouet.

3.2.1 Paramétrage de la curiosité adaptative

Le paramétrage de l’Algorithme 4 exploité lors de notre expérience est présenté.

Sélection de zones :
Les performances des modèles locaux sont évaluées grâce l’aire sous la courbe de ROC,
aussi appelée AUC (Area Under roc Curve). Cette mesure de performance est présentée en
détail dans l’Annexe A.a. Les progrès réalisés par les modèles locaux sont évalués sur une
fenêtre temporelle composée de deux itérations successives de l’échantillonnage sélectif. Le
progrès est défini comme suit, avec l ⊆ L l’ensemble des exemples étiquetés appartenant
à la zone considérée :

Progress(l) = AUCt(l)−AUCt−1(l)

Partitionnement :
Le seuil de partitionnement est fixé à 30 exemples étiquetés par zone. Au delà de ce seuil,
une zone est partitionnée en deux zones filles selon le critère de partitionnement présenté
à la Section 3.1.3. La frontière entre les zones “filles” sépare les exemples étiquetés en deux
sous-ensembles équilibrés à ±25%.

Modèle locaux :
Les modèles locaux utilisés sont des régressions logistiques implémentées par un réseau
de neurones [Sarle, 1994], dont l’architecture est représentée par la Figure 3.2. Ce per-
ceptron possède un neurone caché (H) dont la fonction de transfert est linéaire, et un
neurone de sortie (O) dont la fonction de transfert est une sigmöıde. Le vecteur de poids

1Le seuil de tolérance sur l’équilibre des classes constitue un paramètre à ajuster.
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[w1..w4] regroupe les paramètres du modèle qui sont ajustés durant la phase d’apprentis-
sage. Les deux premières variables d’entrée x1 et x2 caractérisent les exemples d’apprentis-
sage, X = x1 × x2. Le “biais” du réseau de neurone est une entrée supplémentaire dont la
valeur est fixée à 1. Ce biais permet de faire varier l’ordonnée à l’origine de la séparatrice
linéaire apprise par le modèle, en ajustant le poids w3. La sortie du modèle est normalisée
dans l’intervalle [0, 1] et correspond à la probabilité d’observer la classe “1” conditionnel-
lement à l’exemple placé en entrée du modèle. La probabilité de la classe “2” est égale à
1 moins la valeur de sortie. L’apprentissage de ce réseau de neurones s’arrête lorsque le
différentiel de l’erreur d’apprentissage est inférieur à 10−8. Le pas d’apprentissage est fixé
à 10−2.

H O
w1

w2

w3

w4x2

x1

1

P(y=1|x1,x2)

Fig. 3.2 – Régression logistique implémentée par un réseau de neurones, X = x1 × x2.

Dans le cadre de notre expérience, la régression logistique est utilisée à deux fins. D’une
part, ce modèle prédictif est utilisé en tant que modèle local lors de l’implémentation de
la curiosité adaptative. La Figure 3.3 représente les modèles locaux m1,m2...m5 associés à
chaque zone. D’autre part, la régression logistique est utilisée comme modèle global lors de
l’évaluation de cette stratégie d’apprentissage actif. Le modèle global est représenté par m∗

sur la Figure 3.3. Ce modèle est entrâıné indépendamment du partitionnement de l’espace
X, en utilisant les exemples sélectionnés par la curiosité adaptative. La performance du
modèle m∗ reflète la qualité des exemples sélectionnés par la curiosité adaptative. L’utili-
sation d’un modèle prédictif global permet de comparer la curiosité adaptative aux autres
stratégies actives de la littérature de manière cohérente.

m*

m1
m2

m3

m4

m5

x1

x2

Fig. 3.3 – Deux utilisations de la régression logistique : modèles locaux et modèle global,
X = x1 × x2
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3.2.2 Conditions expérimentales

Cette section présente les conditions expérimentales de notre étude.

Problème jouet :
Le problème jouet considéré est une classification binaire dans un espace à deux dimen-
sions, X = x1 × x2. Les deux variables qui caractérisent les données sont définies sur les
intervalles x1 ∈ [−2, 2] et x2 ∈ [−2, 2]. Comme le montre la Figure 3.4, les deux classes
sont séparées par la frontière x2 = sin((x1)

3). 2000 exemples d’apprentissage (Φ) et 30000
exemples de test sont générés uniformément et utilisés lors de notre expérience.
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Fig. 3.4 – Problème jouet : classification binaire dont la séparatrice est donnée par la
fonction x2 = sin((x1)

3). La partie supérieure [respectivement inférieure] de la figure cor-
respond à la classe “1” [respectivement la classe “2”].

Solution optimale :
Une régression logistique est utilisée en tant que modèle global pour évaluer la capacité de
la curiosité adaptative à étiqueter des exemples utiles (Section 3.2.1). Ce modèle prédictif
fait l’hypothèse que les données sont organisées selon un hyperplan séparateur. La Figure
3.5 représente les valeurs de sortie de ce modèle, lorsque tous les exemples d’apprentissage
sont étiquetés, |L| = |Φ| = 2000. Du point de vue de l’échantillonnage sélectif, ce modèle
prédictif est optimal. Le graphique de gauche (Figure 3.5) représente, par le biais d’un
code couleur, les valeurs de la sortie du modèle dans l’espace X = x1 × x2. La frontière de
décision de la régression logistique correspond à la ligne de niveau 0.5. Au dessus de cette
droite [respectivement en dessous] ce modèle prédit la classe “1” [respectivement la classe
“0”]. Le graphique de droite (Figure 3.5) permet de visualiser les valeurs de sortie de ce
modèle grâce à l’axe vertical. Les valeurs de sortie ont une allure de sigmöıde, lorsqu’elles
sont observées selon une coupe orthogonale aux lignes de niveaux. Ce phénomène est propre
à la régression logistique. Le modèle prédictif optimal atteint une AUC de 0.957, cette
performance est atteinte par les stratégies d’apprentissage actif lorsque tous les exemples
sont étiquetés.
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Fig. 3.5 – Valeurs de sortie de la régression logistique optimale, dans l’espace X = x1 × x2.

Protocole expérimental :
Les données sont préalablement centrées et réduites. Au début de chaque expérience, l’en-
semble L ne comporte que deux exemples choisis de manière aléatoire. À chaque itération,
un exemple est étiqueté dans la zone où le modèle local s’améliore le plus. L’échantillonnage
sélectif s’arrête lorsque le nombre total d’exemples étiquetés atteint 250.

Pour rappel, le modèle prédictif utilisé est une régression logistique implémentée par
un réseau de neurones, ce modèle est global à l’espace X (Section 3.2.1). La performance
du modèle prédictif est évaluée grâce à l’AUC (Annexe A.a), sur un ensemble de test qui
contient 30 000 exemples. La performance évaluée par l’AUC reflète la qualité des exemples
sélectionnés.

La stratégie d’échantillonnage aléatoire est également évaluée, cette stratégie sélectionne
les exemples à étiqueter uniformément selon leur distribution de probabilité. L’échantillon-
nage aléatoire joue un rôle de référence et permet de mesurer la contribution apportée par
la curiosité adaptative sur la sélection des exemples. Cette contribution est évaluée grâce
à la mesure de déficit présentée dans l’Annexe A.c.

Pour chaque stratégie, la performance moyenne du modèle prédictif est évaluée en
fonction du nombre d’exemples étiquetés. Les expériences sont répétées 10 fois, de manière
à obtenir une AUC moyenne et une variance pour chaque point des courbes de résultats.

3.2.3 Résultats

Cette section montre le comportement de la curiosité adaptative sur le problème jouet
présenté à la Section 3.2.2. La performance du modèle prédictif est étudiée, ainsi que la
localisation des exemples étiquetés dans l’espace X.
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Performance du modèle prédictif :
La Figure 3.6 présente la performance moyenne du modèle prédictif (axe vertical) en
fonction du nombre d’exemple étiquetés (axe horizontal)2. Le modèle prédictif global est
soit entrainé grâce aux exemples étiquetés par la curiosité adaptative (courbe verte), soit
grâce aux exemples étiquetés par l’échantillonnage aléatoire (courbe rouge). Les courbes
de la Figure 3.6 correspondent à l’AUC moyenne et les moustaches représentent la variance
de l’AUC (±2σ). La Figure 3.6 trace également la performance optimale atteinte par le
modèle prédictif lorsque tous les exemples sont étiquetés.
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Fig. 3.6 – AUC moyenne vs. nombre d’exemples étiquetés. Les moustaches sur les courbes
représentent la variance de l’AUC observée sur 10 expériences(±2σ).

La mesure de déficit définie à la Section A.c compare une stratégie active à la stratégie
aléatoire sur l’intégralité d’un jeu de données. Le déficit de la curiosité adaptative calculé
entre 0 et 250 exemples est égal à 0.65. Plus le déficit est proche de 0, plus la stratégie
active domine l’aléatoire. À l’inverse, lorsque le déficit dépasse 1, la stratégie active est
moins performante que l’aléatoire. Dans le cadre de cette expérience, la curiosité adaptative
donne des performances légèrement meilleures que la stratégie aléatoire sans toutefois être
nettement supérieures.

Exemples sélectionnés par la curiosité adaptative :
La Figure 3.7 montre les exemples sélectionnés par la curiosité adaptative durant une
expérience. Les zones définies lors du partitionnement de l’espace X apparaissent également
sur la Figure 3.7. Le partitionnement de l’espace et le choix des exemples sont relativement
uniformes ; même si une zone un peu plus densément peuplée peut être observée pour
chaque classe (en haut à droite et au milieu en bas de la Figure 3.7). Ces deux zones
densément peuplées indiquent que la régression logistique peut progresser fortement dans

2Pour des questions de lisibilité, les courbes de la Figure 3.6 tracent l’AUC moyenne tous les 10 exemples.
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des zones pures de l’espace X. L’implémentation näıve de la curiosité adaptative n’est pas
satisfaisante car les zones contenant le plus d’exemples ne s’organisent pas autour du motif
à découvrir.
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Fig. 3.7 – Sélection des zones basée sur le progrès des modèles locaux : le progrès est évalué
sur une fenêtre temporelle de deux itérations successives, en utilisant l’AUC comme mesure
de performance. Le partitionnement de l’espace X est représenté sur cette figure, ainsi que
les 250 exemples étiquetés (◦ classe “1”, et • classe “0”)

Cette section montre comment la curriosité adaptative peut être transposée au problème
de l’échantillonnage sélectif, en modifiant au minimum les choix d’implémentation initiaux.
Cette transposition est valide et constitue le premier apport de ce chapitre. Pour conclure,
l’expérience réalisée dans cette section apporte deux résultats importants. D’une part, la
curiosité adaptative peut être utilisée en tant que stratégie d’apprentissage actif. D’autre
part, l’implémentation näıve de la curiosité adaptative n’améliore pas significativement la
qualité des exemples sélectionnés.

3.3 Amélioration : Un nouveau critère de sélection de zones

Au vue des résultats obtenus à l’issue de la Section 3.2, nous nous fixons pour objectif
d’améliorer notre stratégie d’apprentissage actif par modèles locaux.

Quatre aspects de notre stratégie peuvent être améliorés : i) le critère de sélection
de zones ; ii) le critère qui décide quand couper une zone ; iii) le critère qui décide où
couper une zone ; iv) la sélection des exemples à étiqueter dans une zone. Cette section
est consacrée à la sélection des zones d’intérêt dans l’espace d’entrée X, les Chapitres 4 et
5 traitent des autres items.

Nous proposons un nouveau critère de sélection de zone qui gère explicitement le com-
promis entre l’exploitation et l’exploration de l’espace d’entrée X. Ce critère est composé
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de deux termes présentés aux Sections 3.3.1 et 3.3.2, respectivement dédiés à l’exploita-
tion et à l’exploration des données. La Section 3.3.3 montre comment ces deux termes
sont agrégés et pondérés dans notre critère. La curiosité adaptative munie de ce nouveau
critère est comparée à deux autres stratégies actives de la littérature.

3.3.1 Exploitation : Taux de mélange

Le premier terme de notre critère est consacré à l’exploitation des données et me-
sure le taux de mélange des classes dans une zone. Ce terme est fondé sur la théorie de
l’information de Shannon [Shannon, 1948], le taux de mélange est exprimé grâce à l’en-
tropie des classes. La fonction MixRate(l) (Équation 3.1) est calculée en exploitant les
exemples étiquetés appartenant à une zone, notée l. La partie “A” de l’Équation 3.1 est
l’entropie des classes de la zone considérée. Les probabilités des classes p(yi) sont estimées
empiriquement, par la proportion des exemples étiquetés de chaque classe dans la zone.
L’entropie appartient à l’intervalle [0, log |Y|], avec |Y| le nombre de classes. La partie “B”
de l’Équation 3.1 normalise le taux de mélange dans l’intervalle [0, 1].

MixRate(l) = −
∑

yi∈Y

p(yi) log p(yi)

︸ ︷︷ ︸
A

× 1

log |Y|︸ ︷︷ ︸
B

(3.1)

avec p(yi) =
|x ∈ l, f(x) = yi|

|l|
Le taux de mélange est utilisé par notre critère pour “exploiter” les données. En

sélectionnant les zones ayant le plus fort taux de mélange, les exemples sont préférentiellem-
ent étiquetés dans des régions de l’espace X proches de la frontière du motif à découvrir.
Les modèles locaux associés à ces zones sont localement très performants. La Figure 3.8
montre les exemples sélectionnés lors d’une expérience réalisée sur le problème jouet de la
Section 3.2.2. Cette expérience utilise uniquement le taux de mélange pour sélectionner les
zones d’intérêt. Les exemples sélectionnés sont regroupés autour de la frontière du motif à
découvrir. Une grande partie de l’espace X est cependant occultée, faute “d’exploration”.
Les zones faiblement mélangées comportent peu d’exemples étiquetés. Pourtant, ces zones
incluent parfois des éléments du motif à découvrir. Par exemple, la frontière du motif passe
dans la zone supérieure de la Figure 3.8, cette zone est peu mélangée au vue des exemples
étiquetés.
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Fig. 3.8 – Exemples sélectionnés en utilisant uniquement le taux de mélange. Le partition-
nement de l’espace X est représenté sur cette figure, ainsi que les 250 exemples étiquetés
(◦ classe “1”, et • classe “0”)

3.3.2 Exploration : Densité relative

Le deuxième terme de notre critère est consacré à l’exploration des données et mesure
la densité relative des zones. La densité relative est la proportion d’exemples étiquetés
dans une zone. L’Équation 3.2 présente la densité relative, avec φ ⊆ Φ le sous-ensemble
des exemples, étiquetés et non-étiquetés, appartenant à une zone. Tout comme le taux de
mélange, la densité relative varie dans l’intervalle [0, 1].

RelativeDensity(l, φ) =
|l|
|φ| (3.2)

La densité relative est utilisée par notre critère pour “explorer” l’espace les données.
L’homogénéité du tirage des exemples dans l’espace X est assurée par la sélection des zones
qui ont la plus faible densité relative. La Figure 3.9 présente une expérience réalisée sur le
problème jouet de la Section 3.2.2. Cette expérience utilise la densité relative comme unique
critère de sélection de zones. Le partitionnement de l’espace d’entrée X ainsi que le tirage
des exemples étiquetés sont homogènes. La sélection des exemples est plus “uniforme”
qu’un tirage aléatoire global à l’espace X. Dans notre cas, il ne peut pas y avoir par
accident des régions de l’espace X plus densément peuplées que d’autres.
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Fig. 3.9 – Exemples sélectionnés en utilisant uniquement la densité relative. Le partition-
nement de l’espace X est représenté sur cette figure, ainsi que les 250 exemples étiquetés
(◦ classe “1”, et • classe “0”)

3.3.3 Compromis entre l’exploitation et l’exploration

Nous proposons un critère qui évalue l’intérêt des zones en tenant compte à la fois
du taux de mélange et de la densité relative. L’équation 3.3 montre comment chacun des
termes est utilisé. Le paramètre α ∈ [0, 1] ajuste de manière explicite le compromis entre
l’exploitation des zones de mélange déjà connues et l’exploration de nouvelles régions de
l’espace X.

Interest(l, φ) = (1− α)MixRate(l) + α (1−RelativeDensity(l, φ)) (3.3)

Lors des itérations successives d’un échantillonnage sélectif, notre critère de sélection
de zones adopte un comportement dynamique. À l’itération t, deux changements sont ob-
servés pour la zone sélectionnée. D’une part, la densité relative de cette zone augmente
lorsque qu’un nouvel exemple est étiqueté. D’autre part, le taux de mélange de cette zone
varie selon la valeur de la nouvelle étiquette. Si l’exemple étiqueté est de la classe majori-
taire [respectivement minoritaire], le taux de mélange diminue [respectivement augmente].
La zone sélectionnée à l’itération t perd de son intérêt à l’itération t + 1, lorsque son taux
de mélange ne crôıt pas suffisamment pour compenser l’augmentation de sa densité re-
lative. Ainsi, les zones où il n’y a plus rien à découvrir sont naturellement évitées. Il est
important de noter que les zones comportant peu d’exemples voient leur densité relative
augmenter plus rapidement que les zones densément peuplées, lors de l’étiquetage d’un
nouvel exemple. Si deux zones ont la même densité relative et le même taux de mélange,
alors, après quelques itérations et en supposant que chacune des zones reçoive le même
nombre d’exemples étiquetés, notre critère préfèrera la zone la plus densément peuplée.
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Au début de l’échantillonnage sélectif, les zones mises en compétition ont des densités
relatives proches les unes des autres. Les zones qui présentent un fort taux de mélange
sont préférentiellement sélectionnées. Lorsque le nombre d’exemples étiquetés dépasse un
certain seuil, ces zones sont partitionnées. Dans un deuxième temps, notre critère porte
son attention sur des zones peu mélangées qui n’ont pas encore été assez explorées. La
notion de progrès est naturellement prise en compte par notre critère, lors des itérations
successives de l’échantillonnage sélectif. L’évaluation des progrès réalisés par les modèles
locaux n’implique pas de fenêtre temporelle (Section 3.2.1). L’implémentation de notre
critère est donc moins contraignante que celle du critère initial.

La Figure 3.10 montre une expérience réalisée sur l’exemple jouet de la Section 3.2.2.
Lors de cette expérience, notre critère est utilisé pour sélectionner les zones d’intérêt, avec
α = 1

2 . Le partitionnement de l’espace X et la sélection des exemples s’organisent autour
du motif à découvrir. Cette fois ci, aucune région de l’espace n’est délaissée.

-1.5

-1

-0.5

 0

 0.5

 1

 1.5

-1.5 -1 -0.5  0  0.5  1  1.5

-1.5

-1

-0.5

 0

 0.5

 1

 1.5

-1.5 -1 -0.5  0  0.5  1  1.5

-1.5

-1

-0.5

 0

 0.5

 1

 1.5

-1.5 -1 -0.5  0  0.5  1  1.5

-1.5

-1

-0.5

 0

 0.5

 1

 1.5

-1.5 -1 -0.5  0  0.5  1  1.5

-1.5

-1

-0.5

 0

 0.5

 1

 1.5

-1.5 -1 -0.5  0  0.5  1  1.5

-1.5

-1

-0.5

 0

 0.5

 1

 1.5

-1.5 -1 -0.5  0  0.5  1  1.5

-1.5

-1

-0.5

 0

 0.5

 1

 1.5

-1.5 -1 -0.5  0  0.5  1  1.5

-1.5

-1

-0.5

 0

 0.5

 1

 1.5

-1.5 -1 -0.5  0  0.5  1  1.5

-1.5

-1

-0.5

 0

 0.5

 1

 1.5

-1.5 -1 -0.5  0  0.5  1  1.5

-1.5

-1

-0.5

 0

 0.5

 1

 1.5

-1.5 -1 -0.5  0  0.5  1  1.5

-1.5

-1

-0.5

 0

 0.5

 1

 1.5

-1.5 -1 -0.5  0  0.5  1  1.5

-1.5

-1

-0.5

 0

 0.5

 1

 1.5

-1.5 -1 -0.5  0  0.5  1  1.5

-1.5

-1

-0.5

 0

 0.5

 1

 1.5

-1.5 -1 -0.5  0  0.5  1  1.5

-1.5

-1

-0.5

 0

 0.5

 1

 1.5

-1.5 -1 -0.5  0  0.5  1  1.5

-1.5

-1

-0.5

 0

 0.5

 1

 1.5

-1.5 -1 -0.5  0  0.5  1  1.5

-1.5

-1

-0.5

 0

 0.5

 1

 1.5

-1.5 -1 -0.5  0  0.5  1  1.5

-1.5

-1

-0.5

 0

 0.5

 1

 1.5

-1.5 -1 -0.5  0  0.5  1  1.5

-1.5

-1

-0.5

 0

 0.5

 1

 1.5

-1.5 -1 -0.5  0  0.5  1  1.5

Fig. 3.10 – Exemples sélectionnés pour α = 0.5. Le partitionnement de l’espace X est
représenté sur cette figure, ainsi que les 250 exemples étiquetés (◦ classe “1”, et • classe
“0”)

Sensibilité du paramètre α :
L’objectif de ce paragraphe est d’évaluer l’influence du paramètre α sur la performance de
notre stratégie active. Plusieurs séries d’expériences sont réalisées pour α = [0, 0.25, 0.5,
0.75, 1], sur le problème jouet présenté à la Section 3.2.2. Les résultats obtenus sont com-
parés à la stratégie aléatoire.

La Figure 3.11 montre les performances de notre stratégie pour les différentes valeurs
de α. Lorsque α = 0 (courbe bleue), notre critère de sélection de zone exploite uniquement
le taux de mélange. Dans ce cas et pour |L| inférieur à 100, les performances observées sont
significativement moins bonnes que la stratégie aléatoire (courbe rouge). Une forte exploi-
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tation des zones mélangées est réalisée, au détriment du reste de l’espace X. Lorsque α = 1
(courbe orange), seule la densité relative est considérée par notre critère de sélection de
zones. Dans ce cas et pour |L| < 70, la curiosité adaptative donne des performances moins
bonnes que la stratégie aléatoire. La meilleure performance est obtenue avec α = 0.25,
sur ce problème jouet cette valeur offre un bon compromis entre l’exploitation et explora-
tion des données. La performance de notre stratégie est supérieure à la stratégie aléatoire
quelque soit la valeur de |L|. Dans ce cas, notre stratégie atteint l’AUC maximale en
étiquetant seulement 100 exemples, alors que la stratégie aléatoire atteint cette perfor-
mance pour |L| = 2000.
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Fig. 3.11 – AUC moyenne vs. nombre d’exemples étiquetés. Les moustaches sur les courbes
représentent la variance de l’AUC observée sur 10 expériences(±2σ).

La Figure 3.12 présente un tableau résumant les valeurs du déficit mesuré pour les
différentes valeurs de α. La colonne de gauche correspond au déficit calculé entre 0 et
250 exemples étiquetés, et la colonne de droite présente le déficit calculé entre 80 et 250
exemples étiquetés. Ces deux plages de valeurs de |L| correspondent à deux phases de la
Figure 3.11 : i) en considérant moins de 80 exemples étiquetés, seule la valeur α = 0.25
domine la stratégie aléatoire et la variance de l’AUC est forte ; ii) au delà de 80 exemples
étiquetés notre stratégie domine significativement la stratégie aléatoire, quelque soit la
valeur du paramètre α, dans ce cas la variance de l’AUC est faible. Pour |L| ∈ [0, 250], le
paramétrage α = 0.25 donne un déficit légèrement meilleur que l’implémentation näıve de
la curiosité adaptative proposée à la Section 3.2. Pour |L| ∈ [80, 250], les déficits sont très
faibles quelque soit la valeur du paramètre α. Les déficits négatifs observés pour α = 0.25
et α = 0.75 indiquent que notre stratégie atteint une meilleure performance que la stratégie
aléatoire pour |L| = 250.

L’étude menée dans ce paragraphe montre que α est un paramètre sensible, qui in-
fluence les performances de notre stratégie active par modèles locaux. Les résultats obtenus
sont néanmoins très encourageants et montrent a posteriori l’existence d’un paramétrage
optimal pour lequel notre stratégie est performante.
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|L| ∈ [0, 250] |L| ∈ [80, 250]
α = 0 0.84 0.28

α = 0.25 0.64 −0.05
α = 0.5 1.59 0.64

α = 0.75 1.66 −0.01
α = 1 1.59 0.26

Fig. 3.12 – Calcul du déficit de la curiosité adaptative pour α = [0, 0.25, 0.5, 0.75, 1]. La
première [respectivement la deuxième] colonne de ce tableau correspond au déficit calculé
entre 0 et 250 [respectivement entre 80 et 250] exemples étiquetés.

Comparaison à deux stratégies de l’état-de-l’art :
L’objectif de ce paragraphe est de comparer notre stratégie d’apprentissage actif par
modèles locaux à des stratégies de la littérature. Les données utilisées pour cette expérience,
ainsi que le protocole expérimental sont les mêmes qu’à la Section 3.2.2. Les stratégies
évaluées sont les suivantes :

• l’échantillonnage aléatoire (Section 3.2.2) ;

• l’échantillonnage par incertitude (Section 2.2.1, page 9) ;

• l’échantillonnage par réduction de l’erreur de généralisation (Section 2.2.4, page 16) ;

• l’apprentissage actif par modèles locaux (Section 3.3), deux valeurs sont retenues
pour le paramétrage de α : i) la valeur la plus avantageuse α = 0.25 ; ii) la valeur la
moins avantageuse α = 1.

La Figure 3.13 présente les performances moyennes de chaque stratégie (axe verti-
cal) en fonction du nombre d’exemples étiquetés (axe horizontal). Comme précédemment,
la performance d’une stratégie est évaluée grâce à l’AUC moyenne (Annexe A.a) et les
moustaches sur les courbes représentent la variance de l’AUC.

Notre stratégie d’apprentissage actif par modèles locaux offre les meilleures perfor-
mances lorsqu’elle est paramétrée avec α = 0.25 (courbe verte). Dans ce cas, notre stratégie
domine l’échantillonnage aléatoire de manière significative quelque soit la valeur de |L|
(courbe rouge). En considérant le paramétrage le moins avantageux, notre stratégie est
moins performante que l’échantillonnage aléatoire pour |L| < 60 (courbe rose : α = 1). Au
delà de 60 exemples étiquetés, notre stratégie domine l’échantillonnage aléatoire. Quelque
soit la valeur du paramètre α et la valeur de |L|, notre stratégie domine l’échantillonnage
par réduction de l’erreur de généralisation (courbe bleue) et l’échantillonnage par incerti-
tude (courbe grise).

L’échantillonnage par réduction de l’erreur de généralisation est moins performant que
l’échantillonnage aléatoire, lorsque le nombre d’exemples étiquetés est inférieur à 140. Cette
stratégie est légèrement meilleure que l’aléatoire pour |L| > 140. Les mauvais résultats ob-
servés au début de l’échantillonnage sélectif peuvent s’expliquer intuitivement : l’évaluation
de l’erreur de généralisation requière un nombre important d’exemples étiquetés pour
être fiable. La partie gauche de la Figure 3.14 présente les exemples sélectionnés grâce
à l’échantillonnage par réduction de l’erreur de généralisation. Ces exemples se situent
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Fig. 3.13 – AUC moyenne vs. nombre d’exemples étiquetés. Les moustaches sur les courbes
représentent la variance de l’AUC observée sur 10 expériences(±σ

5 pour l’incertitude et
±2σ pour les autres stratégies).

majoritairement autour du motif à découvrir et aucune région de l’espace d’entrée X n’est
délaissée. Cette stratégie gère correctement le compromis entre l’exploitation des exemples
étiquetés et l’exploration de l’espace X.

L’échantillonnage par incertitude donne les pires résultats et la variance de l’AUC
est très importante3, quelque soit la valeur de |L|. La partie droite de la Figure 3.14
montre les exemples sélectionnés par cette stratégie lors d’une expérience. Les exemples
étiquetés sont regroupés dans une zone correspondant aux emplacements successifs de la
séparatrice linéaire apprise par la régression logistique. Ce modèle prédictif évolue peu
durant l’échantillonnage sélectif, puisque la stratégie basée sur l’incertitude sélectionne
les exemples les plus proches de la frontière de décision. Les mauvaises performances de
l’échantillonnage par incertitude s’expliquent intuitivement par une trop forte exploitation,
au détriment de l’exploration de l’espace X.

La Figure 3.15 présente un tableau résumant les valeurs du déficit (Annexe A.c) pour
chaque stratégie ; le déficit étant calculé pour |L| ∈ [0, 205]. Plus le déficit est faible, plus la
stratégie active est performante par rapport à l’échantillonnage aléatoire. Notre stratégie
basée sur les modèles locaux est la plus performante, quelque soit la valeur du paramètre
α.

3Pour des questions de lisibilité, les moustaches sur la courbe de l’échantillonnage par incertitude
représentent ±σ

5
, tandis que ces moustaches représentent ±2σ sur les autres courbes.
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Fig. 3.14 – Exemples sélectionnés grâce à l’échantillonnage par réduction de l’erreur de
généralisation (à gauche) et grâce à l’échantillonnage par incertitude (à droite). Les 250
exemples étiquetés sont représentés sur cette figure (◦ classe “1”, et • classe “0”)

|L| ∈ [0, 250]
Modèles locaux, α = 0.25 0.64

Modèles locaux, α = 1 1.59
Réduction de l’erreur 1.98

Incertitude 4.52

Fig. 3.15 – Calcul du déficit des différentes stratégies actives, entre 0 et 250 exemples
étiquetés. Les stratégies d’apprentissage actif sont classées de la plus performante à la
moins performante.

3.3.4 Discussion

L’apprentissage actif par modèles locaux a été amélioré dans cette section grâce à un
nouveau critère de sélection de zones. Ce critère ajuste le compromis entre l’exploitation
et l’exploration des données, par le biais d’un paramètre α. Lors des itérations successives
de l’échantillonnage sélectif, notre critère adopte un comportement dynamique (Section
3.3.3). La notion de progrès réalisé par les modèles locaux est naturellement prise en
compte.

Notre stratégie d’apprentissage actif est indépendante du modèle prédictif. La régression
logistique utilisée pour les expériences des Sections 3.2 et 3.3 aurait pu être remplacée
par n’importe quel autre classifieur. Notre stratégie est donc applicable à de nombreux
problèmes réels et peut facilement être exploitée sur des systèmes existants.

Les expériences réalisées à la Section 3.3.3 montrent l’existence d’un paramétrage op-
timal pour lequel notre critère est très performant. Des travaux futurs pourraient per-
mettre à notre stratégie de trouver automatiquement la valeur optimale du paramètre α.
Deux pistes sont envisageables : i) chercher la valeur optimale de α pour l’ensemble de
l’échantillonnage sélectif ; ii) chercher la valeur optimale de α pour chaque itération de
l’échantillonnage sélectif.

Nous citerons à titre d’exemple les travaux de T. Osugi [Osugi et al., 2005b] qui uti-
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lise deux stratégies actives respectivement dédiées à l’exploitation et à l’exploration des
données. À chaque itération de l’échantillonnage sélectif, les probabilités d’exploiter ou
d’explorer les données sont mises à jour. Une métrique mesurant l’évolution de l’hy-
pothèse apprise par le modèle prédictif entre deux itérations est définie. Si l’hypothèse
apprise change beaucoup entre deux itérations [respectivement change peu], la probabilité
d’explorer les données augmente [respectivement diminue].

3.4 Applications : Détection d’émotions dans la parole

Dans cette section, notre stratégie d’apprentissage actif par modèles locaux est ap-
pliquée à un problème industriel : la détection d’émotions dans la parole. Ne disposant
pas d’une méthode permettant de régler automatiquement la valeur du paramètre α, nous
choisissons de fixer ce paramètre à 0.5. Ce choix semble être un a priori minimal.

3.4.1 Domaine d’application

Les serveurs vocaux interactifs, aussi appelés SVI, sont des machines capables de dialo-
guer avec des utilisateurs afin d’exécuter diverses tâches. Les premiers SVI sont apparus en
1985 et proposaient aux utilisateurs une liste de choix numérotés. Les interactions entre les
utilisateurs et la machine s’effectuaient à l’époque via le clavier téléphonique. Aujourd’hui,
une nouvelle génération de SVI exploitant des techniques de traitement automatique du
langage naturel [Christopher and Schütze, 1999] fait sont apparition. L’interactivité de ces
serveurs vocaux est beaucoup importante qu’auparavant. Les utilisateurs ont la possibilité
de répondre à des questions ouvertes, où les réponses ne sont pas prédéfinies. Des tech-
niques de reconnaissance [Junqua and Halton, 1995] et de synthèse vocale [Richard and
Cappé, 2004] sont exploitées et permettent aux utilisateurs d’interagir avec la machine via
la parole.

Les entreprises qui déploient ce type de serveurs vocaux cherchent à améliorer la satis-
faction des utilisateurs, notamment en les redirigeant en cas de difficulté vers un opérateur
humain. Un problème de dialogue est supposé générer un état émotionnel particulier chez
l’utilisateur, qui est exprimé dans son dialogue avec la machine. L’aiguillage des utilisa-
teurs insatisfaits vers un opérateur revient à détecter les émotions négatives exprimées
dans leurs dialogues avec la machine. Ce problème d’apprentissage est généralement posé
comme une classification binaire supervisée. Les exemples d’apprentissage sont des tours
de parole4 étiquetés comme exprimant, ou non, une émotion négative. La prise en compte
d’un plus grand nombre de classes indiquant le niveau d’émotion détecté pose le problème
de la subjectivité de l’étiquetage [Liscombe et al., 2005]. Lors de la préparation des données
d’apprentissage, un expert écoute, analyse et étiquette des tours de paroles issus de dia-
logues entre les utilisateurs et la machine. Pour ce problème applicatif, l’étiquetage des
exemples est particulièrement coûteux. Ce coût peu être réduit grâce aux stratégies d’ap-
prentissage actif, qui proposent à l’expert d’étiqueter uniquement les exemples les plus

4On entend par “tour de parole” un échange vocal avec la machine. Typiquement, un tour de parole
est une réponse à une question posée par le serveur vocal interactif.
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utiles à l’apprentissage du modèle prédictif.

Cette section constitue un cas d’étude appliquant des stratégies d’apprentissage actif
à la détection d’émotions dans la parole. La finalité de notre étude est de déployer un
système de redirection d’appels sur un serveur vocal interactif.

3.4.2 Conditions expérimentales

Cette section présente les conditions expérimentales de notre étude sur la détection
d’émotions exprimées dans la parole.

Caractérisation des données :
Notre étude se base sur des travaux antérieurs [Poulain, 2006] dont l’objectif est de ca-
ractériser au mieux les tours de parole pour la classification d’émotions. B. Poulain définit,
grâce à une méthode de sélection d’attributs, le sous-ensemble des variables explicatives
les plus pertinentes pour l’apprentissage du modèle prédictif.

Les données utilisées sont issues d’une expérience mettant en jeu 32 utilisateurs qui
testent un service boursier implémenté sur un serveur vocal interactif. Du point de vue
des utilisateurs, l’expérience consiste à gérer un portefeuille fictif d’actions ; l’objectif étant
de réaliser la plus forte plus value. Les traces vocales enregistrées lors de l’utilisation du
service boursier par les utilisateurs constituent les données utilisées pour cette étude ; soit
5496 tours de parole. Les tours de parole sont caractérisés par 200 variables acoustiques,
décrivant notamment la variation du volume sonore, la variation de la hauteur de voix, le
rythme d’élocution. Les données sont également caractérisées par 8 variables dialogiques
décrivant notamment le sexe du locuteur, le rang du tour de parole dans le dialogue, la
durée du dialogue. Chaque tour de parole est étiqueté par un expert comme exprimant,
ou non, une émotion négative.

Le sous-ensemble des variables les plus informatives pour la détection d’émotions dans
la parole est défini grâce à un prédicteur Bayésien näıf sélectif [Boullé, 2006a]. Au début
de ce procédé, le sous-ensemble de variables est vide. À chaque itération, la variable qui
améliore le plus la qualité du modèle prédictif est ajoutée. Ce procédé s’arrête lorsque
l’ajout de nouvelles variables n’améliore plus le modèle prédictif. Finalement, 20 variables
sont sélectionnées pour caractériser les tours de paroles5. Les données utilisées pour notre
étude sont issues de cette expérience et la sélection de variables réalisée dans [Poulain,
2006] est prise en considération. Les tours de parole sont caractérisés par les 20 variables
suivantes :

1. Arrêt du système (l’utilisateur met fin au dialogue)

2. Nombre de mots dans le tour de parole courant

3. L’utilisateur commente le dialogue

4. Nombre d’erreurs de la tâche courante

5Parmi les 20 variables sélectionnées, certaines sont obtenues de manière non automatique. On suppose
dans la suite de cette section qu’on dispose d’un moyen pour les évaluer toutes.
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5. Nombre total d’erreurs des tâches imbriquées

6. Augmentation de l’intensité du signal

7. Diminution de l’intensité du signal

8. Coefficient maximal de la première harmonique du signal

9. Moyenne de la distribution des variations du timbre de la voix

10. Valeur maximale de la variance standard du timbre de la voix

11. Variance standard du timbre de la voix

12. Moyenne de la distribution du ratio hautes fréquences / basses fréquences

13. Variance standard de l’énergie du signal

14. Somme des variances standard de l’énergie du signal

15. Valeur maximum de la variance standard de l’énergie du signal

16. Dérivée de l’énergie du signal

17. Jitter de l’énergie du signal

18. Reformulation complète du tour de parole précédent

19. Répétition complète du tour de parole précédent

20. Répétition partielle du tour de parole précédent

Choix du modèle prédictif :
La régression logistique utilisée à la Section 3.2.1 est abandonnée au profit d’un modèle qui
semble plus adapté à la classification d’émotions exprimées dans la parole. Les méthodes
à noyaux ainsi que les méthodes à plus proches voisins sont couramment utilisées pour
le traitement de la parole [Guide et al., 2003]. Aussi, nous choisissons d’employer une
fenêtre de Parzen à noyau gaussien [Parzen, 1962] lors de nos expériences. Ce modèle
génératif est approprié à l’échantillonnage sélectif, puisqu’il est capable d’apprendre avec
peu d’exemples étiquetés et qu’il implique un seul paramètre : la variance σ du noyau
gaussien. La sortie de ce modèle prédictif estime la probabilité d’observer la classe y ∈ Y

conditionnellement à l’exemple x ∈ Φ :

p̂(y|x) =

∑|L|
n=1 1{f(ln)=y} K(x, ln)
∑|L|

n=1 K(x, ln)
(3.4)

avec
ln ∈ L , x ∈ Φ

et

K(x, ln) = e
||x−ln||2

2σ2

La fenêtre de Parzen affecte l’étiquette f̂(x) à l’instance x ∈ Φ en se basant sur un seuil
de décision, noté T h(L). Ce seuil minimise l’erreur moyenne de prédiction6 sur l’ensemble
des exemples étiquetés. L’étiquette prédite est :

6La mesure d’erreur utilisée pour calculer le seuil T h(L) est l’AUC, définie à la Section A.a

53



CHAPITRE 3. APPRENTISSAGE ACTIF PAR MODÈLES LOCAUX

f̂(x) = 1 si {p̂(y|x) > T h(L)}
f̂(x) = 0 sinon

La valeur optimale du paramètre du noyau (σ2 = 0.24) est déterminée avant l’échantil-
lonnage sélectif, de manière à minimiser l’erreur quadratique moyenne sur l’ensemble du
jeu de données [Chappelle, 2005]. Lors de cette étape préliminaire, les 5496 tours de pa-
role étiquetés sont exploités. Le paramétrage de la fenêtre de Parzen étant optimal dès le
début de l’échantillonnage sélectif, l’apprentissage du modèle prédictif se réduit au comp-
tage des exemples étiquetés au sens du noyau gaussien. Dans ces conditions, l’évaluation
des différentes stratégies d’apprentissage actif n’est pas influencée par l’apprentissage du
modèle. Seule la qualité des exemples étiquetés a un impact sur la qualité du modèle
prédictif.

Stratégies comparées :
Comme à la Section 3.3.3, les stratégies évaluées lors de notre expérience sont les suivantes :

• l’échantillonnage aléatoire (Section 3.2.2) ;

• l’échantillonnage par incertitude (Section 2.2.1, page 9) ;

• l’échantillonnage par réduction de l’erreur de généralisation (Section 2.2.4, page 16) ;

• l’apprentissage actif par modèles locaux (Section 3.3), notre critère de sélection de
zones est paramétré par défaut par α = 0.5.

Protocole :
Les stratégies d’apprentissage actif sont évaluées par l’AUC (Annexe A.a), sur un en-
semble de test incluant 1613 exemples étiquetés. Une fenêtre de Parzen globale à l’espace
X est utilisée lors de l’évaluation des stratégies. L’ensemble Φ des exemples visibles lors de
l’échantillonnage sélectif comporte 3783 exemples. Les expériences réalisées dans cette sec-
tion sont répétées 10 fois de manière à obtenir une AUC moyenne et la variance de l’AUC
pour chaque point des courbes de résultat. Au début de l’échantillonnage sélectif, l’en-
semble L ne comporte qu’un seul exemple étiqueté de chaque classe, choisi aléatoirement.
À chaque itération, 1 seul exemple est sélectionné, étiqueté et ajouté à l’ensemble L. Le
partitionnement d’une zone (étape i de l’Algorithme 4, page 35) est très coûteux en temps
de calcul, en raison du nombre important d’exemples de ce jeu de données. Cette étape a
une complexité temporelle de O(dim(X)× |l|2), avec “l” l’ensemble des exemples étiquetés
d’une zone. Pour remédier à ce problème, le seuil de partitionnement de notre stratégie
est fixé à 80 exemples étiquetés par zone.

3.4.3 Résultats et discussion

La Figure 3.16 présente la performance moyenne de chaque stratégie (axe vertical) en
fonction du nombre d’exemples étiquetés (axe horizontal). Les moustaches sur les courbes
représente la variance de l’AUC (±2σ).
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Fig. 3.16 – Évaluation des stratégies actives, dans le cadre de la détection d’émotions
exprimées dans la parole. Cette figure représente l’AUC moyenne en fonction du nombre
d’exemples étiquetés. Les moustaches sur les courbes représentent la variance de l’AUC
observée sur 5 expériences (±2σ).

Pour être valides les stratégies actives doivent être plus performantes que l’échantillon-
nage aléatoire, ce qui se vérifie lors de notre expérience. L’échantillonnage aléatoire (courbe
rouge) est globalement dominé par les trois autres stratégies. Lorsque |L| > 50, la perfor-
mance la plus faible est toujours réalisée par l’échantillonnage aléatoire. Pour |L| ∈ [0, 50],
seule notre stratégie offre une performance supérieure ou égale à l’échantillonnage aléatoire.

L’échantillonnage par incertitude est plus performant que la réduction de l’erreur de
généralisation. Sur la Figure 3.16, la courbe grise domine la bleue quelque soit la valeur de
|L| ∈ [60, 400]. La complexité temporelle de l’échantillonnage par incertitude est pourtant
beaucoup plus faible que la stratégie basée sur la réduction de l’erreur de généralisation.

Lorsque |L| < 80, notre stratégie d’apprentissage actif par modèles locaux (courbe
verte) adopte un comportement similaire à l’échantillonnage aléatoire. Cela est dû au
fait que le seuil de partitionnement est fixé à 80 exemples étiquetés par zone. Lorsque
|L| appartient à l’intervalle [0, 80], le partitionnement récursif de l’espace X n’est pas
encore initié. Ensuite, notre stratégie progresse rapidement lorsque le nombre d’exemples
étiquetés augmente. Pour |L| > 200, notre stratégie est plus performante que la réduction
de l’erreur de généralisation. Et pour |L| > 280, notre stratégie est la plus performante.
Pour |L| variant de 0 à 400, la performance de notre stratégie crôıt de manière monotome
et est toujours supérieure ou égale à l’échantillonnage aléatoire. Notre stratégie reste la
plus performante lorsque le nombre d’exemples étiquetés dépasse 400. L’apprentissage actif
par modèles locaux est donc une stratégie compétitive pour la détection d’émotions dans
la parole. Les résultats obtenus lors de cette expérience sont très encourageants, même si
le paramétrage de notre stratégie est difficile à réaliser en pratique.
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3.5 Conclusion

Dans ce chapitre, la curiosité adaptative a été adaptée avec succès à l’échantillonnage
sélectif et est utilisée en tant que stratégie active pour résoudre des problèmes de classifi-
cation. Nous avons amélioré cette stratégie issue de la robotique en proposant un nouveau
critère de sélection de zones plus performant et plus simple à mettre œuvre que l’origi-
nal. Notre stratégie d’apprentissage actif par modèles locaux a été comparée à d’autres
stratégies de la littérature, sur un problème jouet (Section 3.3.3) et sur un problème in-
dustriel (Section 3.4). Dans les deux cas, notre stratégie offre de très bonnes performances.

Les travaux réalisés dans ce chapitre répondent en partie aux questions soulevées en conclu-
sion du Chapitre 2 (Section 2.4, page 27) :

Compromis exploitation / exploration :
Une stratégie d’apprentissage actif idéale assure un bon compromis entre l’exploitation
des exemples étiquetés et l’exploration de l’espace d’entrée X. L’apport principal de ce
chapitre est de montrer l’intérêt du partitionnement dichotomique récursif de l’espace
d’entré X pour gérer ce compromis. Notre stratégie active définit les zones de l’espace X

où les modèles locaux progressent le plus, et évite les régions de l’espace où il y a moins à
découvrir. Le critère de sélection de zones que nous avons proposé à la Section 3.3 ajuste
ce compromis de manière explicite, grâce au paramètre α.

Exploitation des exemples non-étiquetés :
Les exemples non-étiquetés sont abondants lors d’un échantillonnage sélectif et ces exemples
sont représentatifs de la distribution des données. Une stratégie d’apprentissage actif idéale
exploite les exemples non-étiquetés, soit pour affiner l’apprentissage du modèle prédictif,
soit pour améliorer la sélection des exemples à étiqueter. Le critère présenté à la Section
3.3 prend en compte les exemples non-étiquetés grâce à la densité relative, les exemples de
l’ensemble U ont une influence sur la sélection des zones d’intérêt. Notre stratégie favorise
les régions de l’espace X densément peuplées. Ainsi, une zone sélectionnée comportant peu
d’exemples perd rapidement de son intérêt entre deux itérations ; l’étiquetage d’un nouvel
exemple dans cette zone provoque une forte augmentation de la densité relative.

Implication d’un minimum de paramètres :
Disposant de peu d’exemples étiquetés, il est difficile en pratique d’ajuster des paramètres
avant un échantillonnage sélectif. Le principal inconvénient de la curiosité adaptative,
utilisée en tant que stratégie active, est l’implication d’un grand nombre de paramètres.
Les travaux réalisés dans ce chapitre constituent un premier pas vers la réduction du
nombre de paramètre à ajuster. Notre critère de sélection de zone (Section 3.3) implique
un seul paramètre α, qui se substitue à plusieurs paramètres de la curiosité adaptative
difficile à ajuster : i) la mesure de performance utilisée pour évaluer les modèles locaux
grâce aux exemples étiquetés de chaque zone ; ii) la fenêtre temporelle utilisée pour évaluer
les progrès réalisés par les modèles locaux.
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Évaluation du biais entre les ensembles L et Φ :
Les stratégies d’apprentissage actif induisent un biais sur la distribution de l’ensemble L.
Les exemples étiquetés, sélectionnés par la stratégie active, ne sont pas représentatifs de
l’ensemble Φ. Ce biais peut influencer l’apprentissage et l’évaluation du modèle prédictif.
Dans le cas de notre méthode d’apprentissage actif par modèles locaux, les exemples sont
tirés aléatoirement dans les zones d’intérêt sélectionnées. Les exemples étiquetés sont donc
iid localement à chacune des zones, ce qui permet aux modèles locaux d’apprendre sur des
données représentatives de l’ensemble Φ. Lors de l’évaluation de notre stratégie un biais
entre les ensembles L et Φ apparait, puisqu’un modèle global à l’espace X est employé.
Notre stratégie d’apprentissage actif par modèles locaux offre également la possibilité
d’être hybridée avec les stratégies actives de l’état de l’art. Cette hybridation permettrait
de sélectionner localement à la meilleure zone, l’exemple le plus utile à l’apprentissage du
modèle local. Dans ce cas, le biais entre les ensembles L et Φ aurait une influence sur
l’apprentissage des modèles locaux.

Les travaux réalisés dans la suite de ce manuscrit ont pour objectif d’améliorer notre
stratégie d’apprentissage actif par modèles locaux. L’objectif du Chapitre 4 est de rendre
automatiques les décisions relatives au partitionnement d’une zone : i) quand couper une
zone ; ii) ou couper la zone. Nous choisissons d’exploiter une méthode de discrétisation
supervisée, basée sur un formalisme Bayésien. La méthode MODL (Minimal Optimized
Description Length) [Boullé, 2006b] est particulièrement intéressante pour l’apprentissage
actif par modèles locaux, puisqu’elle n’est pas assujettie au sur-apprentissage [Boullé,
2007a], qu’elle est très robuste et non-paramétrique. Le principal inconvénient de cette
méthode est qu’elle n’exploite pas les exemples non-étiquetés, qui sont pourtant abondants
lors d’un échantillonnage sélectif. L’extension de l’approche MODL au cas de l’apprentis-
sage semi-supervisé est réalisé au Chapitre 4 et constitue un des apports majeurs de cette
thèse.

Une stratégie d’apprentissage actif originale est proposée dans le Chapitre 5. Cette
stratégie exploite les modèles de discrétisation semi-supervisés définis au Chapitre 4. Le
cadre théorique de cette étude se limite aux modèles à un ou deux intervalles, et au cas
de données unidimensionnelles. Cette stratégie sélectionne les exemples les plus utiles à
l’apprentissage d’un modèle de discrétisation qui cherche à couper l’espace X en deux
intervalles. Notre stratégie est plus performante que la dichotomie probabiliste [Castro
and Nowak, 2008], dans la mesure où elle n’a pas besoin d’être renseignée du niveau
de bruit présent dans les données et qu’elle ne coupe pas l’espace X si cela n’est pas
justifié. Finalement, cette stratégie peut être exploitée dans le cadre d’un apprentissage
actif par modèles locaux pour sélectionner dans une zone les exemples les plus utiles
à l’apprentissage du modèle local. Notre stratégie peut également être utilisée dans de
nombreuses heuristiques de la littérature, qui exploitent habituellement la dichotomie.
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4.1.1 Apprentissage semi-supervisé . . . . . . . . . . . . . . . . . . . . 61
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4.2 Une nouvelle méthode de discrétisation semi-supervisée . . . . 71

4.2.1 Modélisation . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 71
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Au vu des résultats obtenus au Chapitre 3, notre objectif est d’améliorer l’appren-
tissage actif par modèles locaux en rendant automatiques les décisions relatives au par-
titionnement récursif de l’espace X. L’idée développée dans ce chapitre est d’exploiter
une méthode de discrétisation pour décider où et quand partitionner une zone. Parmi les
méthodes de discrétisation de l’état-de-l’art, nous choisissons d’utiliser l’approche MODL
(Minimal Optimized Description Length) [Boullé, 2006b]. Cette méthode de discrétisation
est exploitable pour le partitionnement récursif de l’espace X, mais n’exploite pas les
exemples non-étiquetés. De nombreux travaux montrent que les méthodes d’apprentis-
sage semi-supervisées améliorent significativement les performances d’un apprentissage
actif [Chappelle, 2005; Zhu et al., 2003; Muslea et al., 2002]. Ce chapitre est consacré à
l’extension de l’approche MODL au cas de l’apprentissage semi-supervisé.

Ce chapitre s’organise de la manière suivante. La Section 4.1 présente deux états-de-
l’art synthétiques respectivement dédiés aux méthodes de classification semi-supervisée et
aux méthodes de discrétisation supervisée. La Section 4.2 définit une nouvelle méthode
de discrétisation semi-supervisée qui s’apparente, dans sa démarche, à l’approche MODL.
La Section 4.3 présente les résultats théoriques et empiriques obtenus lors d’une étude
approfondie de notre méthode de discrétisation semi-supervisée. Cette section montre
notamment la convergence asymptotique des approches semi-supervisée et supervisée,
lorsque le nombre d’exemples tend vers l’infini, l’approche supervisée étant munie d’un
post-traitement sur la position des bornes de la discrétisation optimale. La Section 4.4
applique notre approche à des problèmes jouet et met en évidence les apports de notre
méthode de discrétisation semi-supervisée par rapport à l’approche MODL. Enfin, la Sec-
tion 4.5 conclut le chapitre et présente les perspectives ouvertes par nos travaux.
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4.1. ÉTAT-DE-L’ART

4.1 État-de-l’art

L’objectif de ce chapitre est l’élaboration d’une méthode de discrétisation semi-supervi-
sée. La section qui suit présente deux états-de-l’art respectivement dédiés aux méthodes
de classification semi-supervisée et aux méthodes de discrétisation.

4.1.1 Apprentissage semi-supervisé

L’apprentissage semi-supervisé manipule conjointement des données étiquetées et non-
étiquetées, l’objectif étant d’obtenir un modèle prédictif plus performant qu’en utilisant
seulement les exemples étiquetés ou non-étiquetés. Les méthodes d’apprentissage semi-
supervisé sont particulièrement intéressantes lors d’un échantillonnage sélectif, et peuvent
être utilisées à chaque itération pour améliorer l’apprentissage du modèle prédictif. Dans
ce contexte, les exemples non-étiquetés sont abondants et leur étiquetage est coûteux. Le
coût d’étiquetage peut être prohibitif pour plusieurs raisons : l’utilisation d’un instrument
de mesure ; un temps de traitement trop élevé ; l’implication d’un expert humain... etc.
Lors d’un échantillonnage sélectif, les méthodes d’apprentissage semi-supervisé permettent
l’apprentissage d’un modèle prédictif exploitant tous les exemples disponibles.

Cet état-de-l’art s’intéresse uniquement aux méthodes d’apprentissage semi-supervisé
résolvant des problèmes de classification. Notons cependant qu’il existe des méthodes de
clustering semi-supervisé exploitant les étiquettes lors de constitution des groupes. Deux
exemples qui ont des étiquettes différentes ne doivent pas appartenir au même groupe à
l’issue de l’apprentissage. Il existe également des approches qui enrichissent les données.
Par exemple, des contraintes indiquant si deux exemples doivent ou non appartenir au
même groupe peuvent être ajoutées à l’ensemble d’apprentissage, indépendamment des
étiquettes [Cohn et al., 2003].

L’intérêt des méthodes de classification semi-supervisée pour l’échantillonnage sélectif
étant mis en évidence, cette section présente un état-de-l’art synthétique sur ces méthodes.

L’auto-apprentissage :
Le “self-training”, aussi appelé auto-apprentissage, est l’une des premières heuristiques uti-
lisées en apprentissage semi-supervisé [Fralick, 1967] (voir Algorithme 5). Cette approche
consiste à utiliser les prédictions d’un modèle pour étiqueter de nouveaux exemples. Tout
d’abord, le modèle M est entrâıné grâce aux exemples étiquetés (étape A). Le modèle
est ensuite utilisé pour prédire les étiquettes des exemples non-étiquetés (étape B). Une
mesure d’incertitude sur les prédictions du modèle est définie. Les exemples pour lesquels
le modèle a le plus confiance en ses prédictions sont ajoutés à l’ensemble d’apprentissage
(étapes C et D). L’étiquetage des exemples sélectionnés est réalisé grâce aux prédictions
du modèle.
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Notations :

• M un modèle prédictif muni d’un algorithme d’apprentissage L
• Les ensembles U et L d’exemples non-étiquetés et étiquetés

• n le nombre d’exemples d’apprentissage souhaités.

• L’ensemble d’apprentissage T constitué de couples (x, y), tel que x ∈ L et y ∈ Y (|T | < n).

Répéter
(A) Entrâıner le modèleM grâce à T .
(B) UtiliserM pour prédire les étiquettes f(x)∀x ∈ U .

(C) Sélectionner l’instance q ∈ U dont la prédiction f̂(q) est la plus sûre.

(D) Ajouter (q, f̂(q)) à T , ajouter q à L, et retirer q de U .
Tant que |T | < n

Algorithme 5: Self-Training

Dans la pratique, le “self-training” présente un défaut majeur. Le modèle étiquette de
nouveaux exemples grâce à ses prédictions, sans avoir la garantie que ces étiquettes soient
correctes. Les éventuelles erreurs de classification se propagent au cours des itérations
de l’Algorithme 5 et peuvent se renforcer. Pour limiter cet effet néfaste, une heuristique
consiste à retirer les étiquettes des exemples dont la prédiction chute en dessous d’un
certain seuil de confiance. La technique du “self-training” a été appliquée au traitement
automatique des langues et notamment à la classification d’émotions dans les dialogues
[Maeireizo et al., 2004]. Le “self-training” a l’avantage d’être simple à mettre en œuvre,
mais dans le cas général, la convergence de cette approche n’est pas garantie. Selon notre
point de vue, les hypothèses sous-jacentes sont les suivantes : i) le modèle prédictif est
supposé être assez performant pour étiqueter correctement les exemples sélectionnés ; ii)
les données sont supposées être séparables.

Le co-apprentissage :
Le “co-training” repose sur l’idée que les exemples d’apprentissage peuvent être considérés
selon plusieurs vues [Blum and Mitchell, 1998]. Un exemple x ∈ L est un vecteur
{x1, x2...xK} appartenant à l’espace X. Le “co-training” exploite deux sous-ensembles de
variables disjoints tel que X = X1 ⊕X2. L’exemple x ∈ L peut être considéré selon deux
vues : x = {x1, x2...xn} ∈ X1 et x = {xn+1, xn+2...xK} ∈ X2. Pour illustrer le “co-
training”, X. Zhu [Zhu, 2005] emploie l’exemple de la classification de pages Internet. Les
variables descriptives sont soit relatives au texte (X1), soit relatives aux images (X2). Les
deux modèles M1 et M2 sont entrâınés indépendamment sur les deux sous-ensembles de
variables X1 et X2 (étape A de l’Algorithme 6). Seuls les exemples étiquetés sont utilisés
lors de cette étape. Les deux modèles prédisent les étiquettes des exemples non-étiquetés
(étape B). Comme pour le “self-training”, chaque modèle sélectionne l’exemple dont la
prédiction est la plus sûre et lui attribue une étiquette (étape C). Un échange entre les
deux vues est réalisé lors de l’étiquetage des nouveaux exemples. Chaque modèle ajoute
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un exemple étiqueté à l’ensemble d’apprentissage de son homologue (étape D).

Notations :

• X1 ⊕X2 = X deux ensembles de variables disjoints ;

• M1 et M2 deux modèles prédictifs ;

• Les ensembles U et L d’exemples non étiquetés et étiquetés ;

• n le nombre d’exemples d’apprentissage souhaité ;

• Les ensembles d’apprentissage des deux modèles T1 et T2 composés de couples (x, y), tel
que x ∈ L est défini soit sur X1 soit sur X2 et y ∈ Y (|T1 ∪ T2| < n).

Répéter
(A) Entrâıner les modèleM1 et M2 grâce à T1 et T2.
(B) UtiliserM1 et M2 pour prédire les étiquettes f(x)∀x ∈ U .
(C) Sélectionner l’instance q1 ∈ U [respectivement q2] dont la prédiction par le modèle
M1 [respectivement M2] est la plus sûre.

(D) Ajouter (q1, f̂1(q)) à T2 et (q2, f̂2(q)) à T1. Ajouter q1 et q2 à L, et retirer q1 et q2

de U .
Tant que |T1 ∪ T2| < n

Algorithme 6: Co-Training

Le “co-training” fait l’hypothèse que l’espace X peut être séparé en deux sous-ensembles
de variables disjoints, sur lesquels l’apprentissage des modèles prédictifs est possible. Les
modèles prédictifs M1 et M2 sont supposés être suffisamment performants pour que
l’étiquetage des exemples sélectionnés soit correct. Il existe de nombreuses variantes du
co-training dans la littérature [Zhu, 2005]. Par exemple, Nigam et Ghani [Nigam and
Rayid, 2000] proposent le “Co-EM” qui probabilise entièrement l’ensemble U , en utilisant
les prédictions des modèles. Les exemples d’apprentissage sont pondérés par la probabilité
qu’ils soient bien étiquetés. La convergence du “co-training” n’est pas démontrée dans le
cas général, il s’agit avant tout d’une heuristique.
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La pondération covariative :
Le “covariate shift” [Sugiyama et al., 2007; Sugiyama and Müller, 2005] traite le cas
où les exemples d’apprentissage et les exemples de test n’ont pas la même densité de
probabilité. L’objectif est d’ajuster les paramètres d’un modèle prédictif. Le vecteur de
réels θ ∈ Θ représente ces paramètres et Θ est l’ensemble des paramétrages possibles.
L’erreur de généralisation est estimée grâce à l’erreur empirique, calculée sur l’ensemble
d’apprentissage T . Étant donnée une fonction de coût, Loss : Θ×X×Y→ R, le meilleur
paramétrage, noté θ∗, minimise l’erreur empirique :

θ∗ = ArgMin
θ∈Θ



 1

|T |

|T |∑

i=1

Loss(θ, xi, yi)



 avec xi ∈ X , yi ∈ Y et (xi, yi) ∈ T (4.1)

Lorsque les distributions des exemples d’apprentissage et de test sont différentes, l’es-
timation de l’erreur de généralisation par l’erreur empirique est biaisée. L’optimisation
de l’Équation 4.1 n’aboutit pas nécessairement aux paramètres optimaux, même si un
grand nombre d’exemples étiquetés est disponible (|T | → +∞). L’approche covariative
corrige ce biais en pondérant les exemples d’apprentissage lors de l’estimation de l’erreur
de généralisation. Tout d’abord, un estimateur de densité est utilisé pour évaluer Ptest

[respectivement PT ], la distribution de l’ensemble de test [respectivement d’apprentissage].

L’importance d’un exemple (x, y) ∈ T est donnée par le ratio Ptest(x)
PT (x) . Ainsi, les exemples

d’apprentissage sous-représentatifs de l’ensemble de test se voient attribuer un coefficient
élevé. M. Sugiyama [Sugiyama et al., 2007] propose ainsi une estimation non-biaisée de
l’erreur de généralisation telle que :

θ∗ = ArgMin
θ∈Θ



 1

|T |

|T |∑

i=1

Ptest(xi)

PT (xi)
× Loss(θ, xi, yi)



 avecxi ∈ X, yi ∈ Yet(xi, yi) ∈ T (4.2)

Le biais existant entre les distributions des exemples étiquetés et non-étiquetés est un
problème récurrent en échantillonnage sélectif. Notons qu’il serait envisageable d’appliquer
la pondération covariative dans ce cadre, et de corriger ainsi le biais entre les distributions
des ensembles L et U . L’estimation de la densité des exemples étiquetés reste néanmoins
une étape critique, en raison du faible nombre d’exemples étiquetés disponibles.

L’approche par modèle génératif
Un modèle génératif cherche à estimer la distribution jointe des exemples et des classes,
P (x, y) = P (y)P (x|y) avec x ∈ X et y ∈ Y. La distribution estimée est supposée appartenir
à une famille {P (x, y)θ}. Le vecteur θ ∈ Θ correspond aux paramètres de modélisation
de P (x, y), et Θ est l’ensemble des paramétrages possibles. La décomposition suivante
est adoptée : P (x, y)θ = P (y)θP (x|y)θ. La distribution P (y)θ est définie a priori, selon
notre connaissance de la répartition des classes et éventuellement grâce à θ. P (x|y)θ est
identifiable au sein d’une famille de distributions, par exemple un mélange de gaussiennes.
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Dans ce cas, P (x|y)θ est défini par le vecteur θ qui inclut la moyenne et la variance de
chaque gaussienne.

Lors d’un apprentissage supervisé, les approches génératives cherchent les paramètres
θ ∈ Θ qui maximisent P (x, y)θ sur les exemples étiquetés. Le maximum de vraisemblance
(MLE) est généralement utilisé pour maximiser p(T )θ :

ArgMax
θ∈Θ

log [p(T )θ] =

ArgMax
θ∈Θ

|T |∑

i=1

log [p(yi)θp(xi|yi)θ] (xi, yi) ∈ T (4.3)

Les approches semi-supervisées considèrent également les exemples non-étiquetés de
l’ensemble U . Dans ce cas, la quantité à maximiser est p(T,U)θ = p(T )θp(U |T )θ. La
mesure de vraisemblance s’écrit de la manière suivante, avec (xi, yi) ∈ T xi′ ∈ U :

ArgMax
θ∈Θ




|T |∑

i=1

log [p(yi)θp(xi|yi)θ] +

|U |∑

i′=1

log



E P (.)θ

yj′∈Y

p(xi′ , yj′)









ArgMax
θ∈Θ




|T |∑

i=1

log [p(yi)θp(xi|yi)θ] +

|U |∑

i′=1

log




|Y|∑

j′=1

p(yj′)θp(xi′ |yj′)θ







 (4.4)

Illustration : X. Zhu illustre les approches génératives grâce à un problème de classification
binaire à deux dimensions [Zhu, 2005]. Un a priori uniforme est adopté sur la distribution
des classes, et la distribution conditionnelle aux classes est supposée être gaussienne :

p(y)θ =
1

|Y|∀y ∈ Y

p(x|y)θ =
1

σy

√
2π
× e

−(x−µy)2

2σ 2
y

Les paramètres de modélisation sont les suivants : θ = {µ1, µ2, σ1, σ2}, avec µ1 et σ1

[respectivement µ2 et σ2] la moyenne et la variance de la distribution P (x|y1) [respective-
ment P (x|y2)].

L’approche supervisée (Équation 4.3) et l’approche semi-supervisée (Équation 4.4) sont
comparées grâce aux données présentées par la Figure 4.1. La partie gauche de la Figure
4.1 représente les exemples étiquetés par des points dans un espace à deux dimensions,
X = R

2. Les exemples de la classe “1” sont symbolisés par des cercles et les exemples
de la classe “2” par des croix. La partie droite de la Figure 4.1 représente également les
exemples non-étiquetés.

P (x, y)θ est estimée de deux façons, selon l’approche supervisée (Équation 4.3) et selon
l’approche semi-supervisée (Équation 4.4). La Figure 4.2 représente les lignes de niveaux
de P (x, y)θ dans les deux cas. La frontière de décision apparâıt également sur ces figures et

65
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Fig. 4.1 – Exemples étiquetés (à gauche) et non-étiquetés (à droite).

Fig. 4.2 – Apprentissage supervisé (à gauche) et semi-supervisé (à droite), en utilisant un
modèle génératif.
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est symbolisée par un trait vert continu. Dans le cas de ce problème jouet, l’utilisation de
l’ensemble U lors de l’apprentissage du modèle prédictif améliore l’estimation de P (x, y).
L’approche semi-supervisée offre de bons résultats car les données sont conformes aux
hypothèses de modélisation. En l’occurrence, la distribution conditionnelle des classes est
corrélée à la distribution des exemples (étiquetés et non-étiquetés) et est une gaussienne.
Dans le cas où les hypothèses de modélisation sont erronées, l’utilisation des exemples
non-étiquetés n’améliore pas forcément la qualité du modèle prédictif, et peut même la
dégrader.

4.1.2 Méthodes de discrétisation

Cette section présente succinctement les principales familles de méthodes de discrétisa-
tion. Cet état-de-l’art est inspiré des travaux de M. Boullé [Boullé, 2007b] et se place du
point de vue de la classification supervisée. Les méthodes de discrétisation exploitent un
échantillon d’exemples étiquetés, noté T , et estiment P (y|x) la distribution des classes
y ∈ Y conditionnellement à une variable explicative x.

Tout d’abord, nous introduisons la discrétisation d’une variable numérique grâce à
un exemple illustratif. Le jeu de données Iris [D.J. Newman and Merz, 1998] est com-
posé de 150 exemples représentant des fleurs de la famille des Iris. Chaque exemple
est caractérisé par quatre variables numériques correspondant à la largeur et la lon-
gueur des pétales et sépales. La variable à expliquer peut prendre trois valeurs : Y =
{V ersicolor, V irginica, Setosa}. Dans le cadre de ce problème illustratif, une seule
variable explicative est considérée : la largeur de sépale. Le but est de déterminer les
corrélations entre cette variable et la classe à prédire. La Figure 4.3 reporte pour chaque
valeur de largeur de sépale le nombre d’exemples de l’échantillon T par variété d’iris. Par
exemple, parmi les 26 iris dont la largeur de sépale est égale à 3.0 cm, 12 sont de la variété
Virginica, 8 de la variété Versicolor et 6 de la variété Setosa.

Fig. 4.3 – Nombre d’exemples par variété d’Iris pour chaque valeur de largeur de sépale.

L’objectif de ce problème d’apprentissage est de prédire la probabilité qu’une fleur
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appartienne à une classe, connaissant la largeur de ses sépales. La variable explicative est
discrétisée en une série d’intervalles et la distribution P (y|x) est estimée empiriquement
dans chaque intervalle, grâce au comptage des exemples de chaque classe. Quels sont les
intervalles qui conservent au mieux l’information prédictive de la largeur des sépales ?

Une décision prudente suppose que la largeur de sépale n’est pas une variable informa-
tive, les variations observées sur la Figure 4.3 étant probablement dues au hasard. Dans
ce cas, la variable explicative est discrétisée en un unique intervalle. La prédiction réalisée
correspond à la répartition moyenne des classes, soit P̂ (y|x) = 1

3 quelque soit la classe

y ∈ Y et quelque soit l’exemple x ∈ X. À l’inverse, une décision risquée suppose que les
valeurs observées sur la Figure 4.3 sont toutes significatives. La variable explicative est
alors discrétisée en autant d’intervalles qu’il y a de valeurs de largeur de sépale distinctes.
Par exemple, la probabilité qu’une fleur soit de la classe “V irginia” lorsque la largeur de
ses sépales est comprise entre 2.9 et 3.1 cm est de 12

26 . Cette prédiction est très précise mais
peu robuste, étant donné le faible nombre d’exemples étiquetés (|T | = 150).

Les méthodes de discrétisation ont pour objectif de définir les intervalles qui conservent
au mieux l’information prédictive d’une variable explicative. Ces méthodes doivent assu-
rer un bon compromis entre la qualité informationnelle (en définissant des intervalles
homogènes vis-à-vis de la variable à prédire), et la qualité statistique (en définissant des
intervalles dont les effectifs sont suffisants pour assurer une bonne généralisation).

Les méthodes de discrétisation sont largement utilisées dans le domaine de l’appren-
tissage artificiel. Ces méthodes permettent d’exploiter des algorithmes d’apprentissage qui
traitent uniquement des variables catégorielles, lorsque les exemples de l’ensemble T sont
définis par des variables numériques. Par exemple, les arbres de décisions discrétisent les
variables explicatives numériques avant de sélectionner la variable de décision à chaque
nœud de l’arbre. Un classifieur Bayésien näıf peut exploiter des variables discrétisées, pour
estimer les probabilités conditionnelles.

Les méthodes de discrétisation sont généralement définies par trois éléments : i) un
critère d’évaluation, qui mesure la qualité d’une discrétisation ; ii) un algorithme d’optimi-
sation, qui cherche une discrétisation performante ; iii) un critère d’arrêt qui stoppe l’algo-
rithme d’optimisation. La discrétisation de variables numériques est abondamment traitée
dans la littérature. Quelques méthodes représentatives de l’état-de-l’art sont présentées ici
(les algorithmes d’optimisation employés ne sont pas présentés).

Les méthodes non-supervisées :
La plupart des méthodes de discrétisation de la littérature sont supervisées, c’est-à-dire
qu’elles exploitent la variable explicative et la variable à expliquer pour évaluer une
discrétisation. Les méthodes de discrétisation non-supervisées, comme par exemple “Equal-
Width” et “EqualFrequency” [Sturges, 1926; Scott, 1979], n’exploitent que la variable
explicative. La méthode “EqualWidth” divise le domaine numérique d’une variable expli-
cative en intervalles de largeur égale. La méthode “EqualFrequency” divise l’ensemble des
exemples étiquetés en intervalles d’effectif constant. Pour ces deux méthodes, le nombre
d’intervalles considérés lors de la discrétisation est un paramètre à ajuster.
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Les méthodes basées sur le taux d’erreur :
Ces méthodes de discrétisation utilisent un critère d’évaluation basé sur le taux d’er-
reur observé lors des prédictions des étiquettes des éléments de l’ensemble T . L’objectif
est de rechercher la discrétisation qui minimise ce taux d’erreur. Ces approches utilisent
généralement deux paramètres pour contrôler le sur-apprentissage : i) le nombre maximum
d’intervalles ; ii) l’effectif minimum par intervalle. L’ajustement de ces deux paramètres
fait l’objet de nombreux travaux [Holte, 1993; Maass, 1994]. Les méthodes de discrétisation
basées sur la minimisation du taux d’erreur ne sont pas adaptées à la modélisation proba-
biliste. Le taux d’erreur est uniquement basé sur les étiquettes des exemples de l’ensemble
T , c’est-à-dire les valeurs majoritaires de la variable à expliquer. L’ensemble de la distri-
bution des valeurs à expliquer est ignoré, ce qui limite les performances prédictives de ces
approches [Kohavi and Sahami, 1996].

Les méthodes basées sur le critère du χ2 :
De nombreuses méthodes de discrétisation sont basées sur le test du χ2. Ce critère est
souvent utilisé comme mesure de dépendance des distributions estimées entre deux inter-
valles. Deux intervalles adjacents présentant des différences de distribution statistiquement
significatives sont séparés, ils sont fusionnés dans le cas contraire. De cette façon, le χ2

est exploité dans [Kerber, 1991] en tant que critère de discrétisation binaire. Dans [Le-
chevalier, 1990], une version normalisée du χ2 est optimisée sur l’ensemble de tous les
intervalles, ce qui permet des comparaisons équitables d’un point de vue numérique entre
des discrétisations comportant un nombre d’intervalles différent. Dans [Boullé, 2004], le
critère d’optimisation évaluant les discrétisations est le niveau de confiance associé au test
du χ2, ce qui permet des comparaisons équitables d’un point de vue statistique.

Les méthodes basées sur l’entropie :
La théorie de l’information de Shannon [Shannon, 1948] est à la base de nombreuses
méthodes de discrétisation [Catlett, 1991; Kononenko et al., 1984; Zighed et al., 1998;
Fayyad and Irani, 1992]. L’entropie conditionnelle est utilisée pour évaluer la pureté des
intervalles d’une discrétisation, vis-à-vis des valeurs de la variable à expliquer. L’optimisa-
tion de ce critère sur l’ensemble des intervalles conduit à une discrétisation qui comporte
autant d’intervalles que l’ensemble T comporte d’exemples étiquetés. Cette discrétisation
est optimale pour l’entropie, mais est très mauvaise en généralisation. Il existe plusieurs
possibilités pour remédier à ce problème. Dans les arbres de décisions ID3 [Quinlan, 1986]

et C4.5 [Quinlan, 1993], l’entropie est utilisée comme critère d’optimisation lors d’une
discrétisation binaire. Le sur-apprentissage est évité dans ce cas en limitant le nombre
d’intervalles à deux. L’entropie est difficile à évaluer de façon fiable. En pratique, les pro-
babilités empiriques obtenues par le comptage des exemples étiquetés dans les intervalles
sont exploitées.
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L’approche MODL (Minimal Optimized Description Length) :
Parmi les méthodes de l’état-de-l’art, nous choisissons d’utiliser l’approche supervisée
MODL pour améliorer notre stratégie d’apprentissage actif par modèles locaux (Cha-
pitre 3). Cette approche [Boullé, 2006b] transpose le problème de la discrétisation d’une
variable numérique en un problème de sélection de modèles. Une famille de modèles de
discrétisation basée sur la statistique d’ordre est définie. La probabilité de la classe y ∈ Y

est estimée conditionnellement au rang de l’exemple x ∈ X, et non pas grâce à la valeur
de la variable explicative caractérisant x. L’estimation de P (y|x) est donc invariante par
toute transformation monotone de la variable explicative et est peu sensible aux données
atypiques (outliers). Un modèle de discrétisation M(I, {Ni}, {Nij}) est défini par les pa-
ramètres suivants : i) I est le nombre d’intervalles ; ii) {Ni} est le nombre d’exemples
dans chaque intervalle ; iii) {Nij} est le nombre d’exemples de chaque classe dans chaque
intervalle. Les paramètres {Ni} spécifient les bornes des intervalles grâce aux rangs des
valeurs explicatives. Et les paramètres {Nij} caractérisent la distribution P (y|x) grâce aux
effectifs de chaque valeur à expliquer localement à l’intervalle i. Une démarche Bayésienne
est appliquée pour sélectionner le meilleur modèle de discrétisation, noté Mmap (Maxi-
mum a posteriori). Le meilleur modèle de discrétisation maximise P (M |T ), la probabi-
lité du modèle M connaissant les données T . En exploitant la formule de Bayes et en
considérant que le terme P (T ) est constant quelque soit le modèle, cela revient à maxi-
miser P (M)P (T |M). La distribution a priori des modèles P (M) et la vraisemblance des
données P (T |M) sont calculées analytiquement en exploitant le caractère discret de la
famille de modèles. La démarche Bayésienne employée adopte des hypothèses faiblement
informatives sur les données (détaillées à la Section 4.2.1), cette démarche est dite objec-
tive. Finalement, le Mmap minimise le critère suivant :

C = log(N) + log CI−1
N+I−1 +

I∑

i=1

log CJ−1
Ni+J−1

︸ ︷︷ ︸
− log P (M)

+

I∑

i=1

log

(
Ni!∑J

j=1 Nij!

)

︸ ︷︷ ︸
− log P (T |M)

(4.5)

Le critère C utilise le log négatif d’une probabilité, ce qui correspond à une quan-
tité d’information [Shannon, 1948]. Le premier terme correspond au choix du nombre
d’intervalles, le deuxième terme au choix des bornes des intervalles. Le troisième terme
représente le choix des distributions de la variable à expliquer dans chaque intervalle.
Le dernier terme représente la probabilité d’observer les valeurs de la variable à expli-
quer connaissant le modèle de discrétisation. Seuls les exemples étiquetés sont exploités
par le critère C. Pourtant, l’échantillonnage sélectif manipule conjointement des exemples
étiquetés et non-étiquetés. Ce chapitre est consacré à l’extension de l’approche MODL au
cas de l’apprentissage semi-supervisé. Cette méthode de discrétisation est particulièrement
intéressante pour l’apprentissage actif par modèles locaux (Chapitre 3) :

• MODL est une approche non-paramétrique au sens de [Robert, 2006], c’est-à-dire que
le nombre de paramètres de modélisation est fini mais crôıt vers l’infini avec le nombre
d’exemples d’apprentissage. Cette méthode de discrétisation peut asymptotiquement
approximer n’importe quelle distribution conditionnelle.
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• Cette méthode de discrétisation n’est pas sujette au sur-apprentissage.

• MODL n’implique pas de paramètres utilisateur, ce qui permet de décider ou et
quand couper une zone sans avoir à ajuster de paramètres.

• Les étiquettes de l’ensemble T sont prises en compte lors de la discrétisation de l’es-
pace X. Pour un nombre fixé d’exemples, la discrétisation optimale désignée par
MODL comporte un seul intervalle [respectivement plusieurs intervalles], dans le
cas où les étiquettes sont complètement mélangées [respectivement forment plusieurs
groupes homogènes distincts].

• MODL fait des hypothèses faiblement informatives sur les données. Il s’agit d’une
approche Bayésienne “objective” [Berger, 2006], qui s’adapte à une grande variété de
jeux de données.

• MODL est une méthode robuste, qui estime son erreur de généralisation de manière
fiable. Cette approche s’est distinguée à ce sujet lors de challenges internationaux
[Boullé, 2007b].

4.2 Une nouvelle méthode de discrétisation semi-supervisée

Cette section présente une nouvelle méthode de discrétisation semi-supervisée qui s’ap-
parente, dans sa démarche, à l’approche MODL. Les choix de modélisation ainsi que les
notations employées sont définis à la Section 4.2.1. La distribution a priori des modèles est
présentée à la Section 4.2.2. La vraisemblance des données conditionnellement aux modèles
est définie à la Section 4.2.3. Notre démarche aboutit à un critère d’évaluation semi-
supervisé (Section 4.2.4), dont l’optimisation désigne le modèle le plus probable connais-
sant les données.

4.2.1 Modélisation

Nos choix de modélisation sont issus des travaux de M. Boullé [Boullé, 2007b]. La seule
différence avec l’approche MODL est que, dans notre cas, seule une partie des données est
étiquetée.

Famille de modèles
La famille de modèles de discrétisation employée est la même que dans l’approche super-
visée. Un modèle de discrétisation est défini par :

• un nombre d’intervalles ;

• une partition de la variable explicative en intervalles, spécifiée sur les rangs des valeurs
explicatives ;

• la distribution des valeurs de la variable à expliquer par intervalle, spécifiée par les
effectifs de chaque valeur à expliquer localement à l’intervalle.
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Critère Bayésien de sélection de modèles
Le critère d’évaluation présenté dans ce chapitre est une expression analytique de la pro-
babilité qu’un modèle explique les données d’apprentissage. La distribution a priori des
modèles fait l’objet des mêmes hypothèses que dans l’approche supervisée :

• Hiérarchie du paramétrage des modèles : le nombre d’intervalles est compris entre 1
et |Φ| de façon équiprobable. Pour un nombre d’intervalles donné, toutes les parti-
tions en intervalles des rangs de la variable explicative sont équiprobables. Pour un
intervalle donné, toutes les distributions conditionnelles des valeurs de la variable
à expliquer sont équiprobables. À chaque niveau de la hiérarchie, une distribution
uniforme est adoptée.

• Indépendance des distributions conditionnelles sur les intervalles des modèles de
discrétisation.

Notations :
Les notations utilisées dans la suite de ce chapitre sont présentées ici.

Les données
Les données D sont composées de deux sous-ensembles T et U qui correspondent respecti-
vement aux données étiquetées et non-étiquetées, avec D = T ∪U . L’ensemble T contient
des couples (x, y), où x ∈ R et y ∈ Y est une valeur discrète représentant la classe de
l’exemple x. L’ensemble U contient des réels. Les notations suivantes sont adoptées :

• N , le nombre d’exemples observables (N = |D|) ;

• N l, le nombre d’exemples étiquetés (N l = |T |) ;

• J , le nombre de classes observées dans les données (J = |Y|).

La famille de modèles
La famille M contient des modèles M(I, {Ni}, {Nij}) dont les paramètres sont :

• I, le nombre d’intervalles du modèle ;

• {Ni}, le nombre d’exemples dans chaque intervalle ;

• {Nij}, le nombre d’exemples de chaque classe dans chaque intervalle ;

Étant donnés un modèle M et des données D, on définit également :

• N l
i , le nombre d’exemples étiquetés dans l’intervalle i

• N l
ij , le nombre d’exemples étiquetés de la classe j dans l’intervalle i.
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Une approche Bayésienne :
L’objectif de notre méthode de discrétisation est de sélectionner le modèle le plus pro-
bable connaissant les données. À la différence de l’approche MODL, notre méthode ma-
nipule conjointement des exemples étiquetés et des exemples non-étiquetés. Une approche
Bayésienne est employée, la distribution a posteriori des modèles connaissant les données
est définie par l’Équation 4.6.

P (M |D) =
P (M) P (D|M)

P (D)
(4.6)

4.2.2 Distribution a priori des modèles

La distribution a priori des modèles est de la même forme que dans l’approche super-
visée MODL [Boullé, 2006b]. P (M) est définie grâce aux paramètres de modélisation de
M. Cette loi a priori exploite la hiérarchie du paramétrage des modèles. Tout d’abord le
nombre d’intervalles I est choisi, les bornes des intervalles {Ni} puis les effectifs de chaque
classe {Nij} sont ensuite définis. A chaque niveau de cette hiérarchie, un prior uniforme
est adopté. La distribution jointe P (I, {Ni}, {Nij}) peut être décomposée comme suit :

P (M) = P (I)× P ({Ni}|I)× P ({Nij}|{Ni}, I)

Le nombre d’intervalles I est supposé être uniformément distribué entre 1 et N :

P (I) =
1

N

Toutes les subdivisions des données en I intervalles sont supposées être équiprobables,
pour un nombre d’intervalles donné. Le calcul de la probabilité d’un ensemble de bornes
P ({Ni}|I) se pose comme un problème de dénombrement. Le nombre de discrétisations
possibles de N instances en I intervalles est égale à CI−1

N+I−1 :

P ({Ni}|I) =
1

CI−1
N+I−1

Le dernier terme P ({Nij}, {Ni}, I) peut être écrit sous la forme d’un produit grâce
à l’hypothèse d’indépendance des distributions des classes entre les intervalles. Pour un
intervalle donné i contenant Ni instances, toutes les distributions possibles des classes sont
considérées comme étant équiprobables. Le nombre d’affectations possibles de j classes à
Ni instances se dénombre par CJ−1

Ni+J−1 :

P ({Nij}|{Ni}, I) =
I∏

i=1

1

CJ−1
Ni+J−1

Finalement, la distribution a priori des modèles s’écrit comme suit :

P (M) =
1

N
× 1

CI−1
N+I−1

×
I∏

i=1

1

CJ−1
Ni+J−1

(4.7)
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4.2.3 Vraisemblance des données conditionnelle au modèle

Nous présentons ici P (D|M), la vraisemblance des données étant donné le modèle. Tout
d’abord, Λ la famille de modèles d’étiquetage est définie. Notre méthode de discrétisation
semi-supervisée manipule des données étiquetées et non-étiquetées, Λ représente tous les
étiquetages possibles. Chaque modèle d’étiquetage λ(N l, {N l

i}, {N l
ij}) ∈ Λ est caractérisé

par les paramètres suivant :

• N l le nombre d’exemples étiquetés

• N l
i le nombre d’exemples étiquetés dans l’intervalle i

• N l
ij le nombre d’exemples étant de la classe j, dans l’intervalle i

Selon la formule de la probabilité totale,
∑

λ∈Λ P (λ|M) = 1. La vraisemblance peut s’écrire
de la manière suivante :

P (D|M) =
∑

λ∈Λ

P (λ|M)× P (D|M,λ)

P (D|M) se décompose en une somme sur tous les étiquetages possibles. Cette somme im-
plique P (λ|M) la probabilité du modèle d’étiquetage connaissant le modèle de discrétisa-
tion. Ce calcul peut être simplifié en considérant que P (D|M,λ) est nulle pour tous
les modèles d’étiquetage incompatibles avec les données observées et avec le modèle de
discrétisation M . Un seul modèle d’étiquetage λ∗ est considéré. L’expression précédente
peut s’écrire de la manière suivante :

P (D|M) = P (λ∗|M)× P (D|M,λ∗)

Le premier terme P (λ∗|M) peut s’écrire sous la forme d’un produit, grâce à l’hypothèse
d’indépendance des distributions entre les intervalles du modèle de discrétisation. Dans
un intervalle i contenant Nij instances de chaque classe, le calcul de P (λ∗|M) revient
à chercher la probabilité d’obtenir N l

ij instances de chaque classe en tirant N l
i instances.

Le nombre de tirages conduisant aux {N l
ij} peut être dénombré. Pour calculer P (λ∗|M), on

fait l’hypothèse que les N l
i instances étiquetées dans un intervalle sont choisies aléatoirement,

selon une distribution uniforme :

P (λ∗|M) =
I∏

i=1

∏J
j=1 C

N l
ij

Nij

C
N l

i

Ni

(4.8)

Considérons un exemple très simple et intuitif pour expliquer l’Équation 4.8. Un intervalle
i peut être comparé à un “sac” contenant des boules noires et des boules blanches. Le
nombre de boules de chaque sorte est connu et correspond aux paramètres {Nij}. Dans
le cadre de notre exemple illustratif, le sac contient Ni1 = 6 boules noires et Ni2 = 20
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boules blanches. Quelle est la probabilité de tirer simultanément N l
i1 = 2 boules noires

et N l
i2 = 3 boules blanches ? Pour répondre à cette question, on utilise C5

26 le nombre de
tirages possibles et C2

6 ×C3
20 le nombre de tirages composés de 2 boules noires et 3 boules

blanches. En considérant que tous les tirages sont équiprobables, la probabilité à calculer

est donnée par :
C2

6×C3
20

C5
26

.

Le deuxième terme P (D|M,λ∗) est estimé en adoptant un a priori uniforme sur l’en-
semble des permutations possibles de N l

ij exemples de chaque classe parmi N l
i exemples.

L’hypothèse d’indépendance des distributions entre les intervalles du modèle de discrétisa-
tion est une nouvelle fois exploitée :

P (D|M,λ∗) =

I∏

i=1

1
N l

i !

N l
i1!N

l
i2!...N l

iJ !

=

I∏

i=1

∏J
j=1 N l

ij!

N l
i !

Finalement, la vraisemblance des données connaissant le modèle est donnée par :

P (D|M) =
I∏

i=1

∏J
j=1 C

N l
ij

Nij
×N l

ij !

C
N l

i

Ni
×N l

i !

Dans chaque intervalle, le nombre d’exemples non-étiquetés est dénoté par : Nu
ij = Nij−N l

ij

et Nu
i = Ni −N l

i . L’expression précédente se simplifie :

P (D|M) =

I∏

i=1

∏J
j=1

Nij !
Nu

ij !

Ni!
Nu

i !

P (D|M) =

I∏

i=1

[∏J
j=1 Nij!

Ni!
× Nu

i !
∏J

j=1 Nu
ij !

]

(4.9)

4.2.4 Critère d’évaluation des modèles

Le meilleur modèle de discrétisation M ∈ M maximise P (M |D) la probabilité a pos-
teriori du modèle connaissant les données. Le critère d’évaluation présenté dans cette
partie est issu de l’Équation 4.7 et de l’Équation 4.9. Le modèle maximum a posteriori
(Mmap ∈M) est défini de la manière suivante :

Mmap = ArgMax
M∈M

[
1

N
× 1

CI−1
N+I−1

×
I∏

i=1

1

CJ−1
Ni+J−1

×
I∏

i=1

[∏J
j=1 Nij!

Ni!
× Nu

i !
∏J

j=1 Nu
ij !

]]

(4.10)
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I(M |D) = − log (P (M |D)) est l’information d’un modèle conditionnelle aux données.
Maximiser P (M |D) revient à minimiser I(M |D). Le Mmap peut être défini grâce au
critère Csemi super :

Mmap = ArgMin
M∈M

Csemi super(M) = ArgMin
M∈M

log(N) + log CI−1
N+I−1

+

I∑

i=1

log CJ−1
Ni+J−1 +

I∑

i=1

log

(
Ni!∑J

j=1 Nij!

)

−
I∑

i=1

log

(
Nu

i !
∑J

j=1 Nu
ij !

)
(4.11)

Le premier terme du critère Csemi super correspond au choix du nombre d’intervalles
et le second terme correspond au choix des bornes des intervalles. Le troisième terme
représente le choix de la distribution de chaque classe dans chaque intervalle. Les deux
derniers termes codent la vraisemblance des données connaissant le modèle.

4.3 Résultats théoriques et empiriques

Nous présentons ici les résultats théoriques et empiriques obtenus lors d’une étude
approfondie de notre méthode de discrétisation semi-supervisée.

4.3.1 Comportement asymptotique du critère

Cette section compare les critères d’évaluation des approches de discrétisation super-
visée et semi-supervisée. Tout d’abord, le critère Csemi super est réécrit pour le cas où les
données sont entièrement étiquetées. Le même travail est effectué lorsqu’aucun exemple
d’apprentissage n’est étiqueté. Cette étude montre que le critère d’évaluation est consistant
avec l’approche de discrétisation supervisée MODL [Boullé, 2006b]. Enfin, le comporte-
ment de notre critère est étudié dans le cas semi-supervisé, lorsque le nombre d’exemples
étiquetés varie.

Le critère d’évaluation de l’approche supervisée ne considère que les exemples étiquetés.
Le critère C (Équation 4.5) peut être réécrit en employant les notations de la Section 4.2.1 :

Csuper = log(N l) + log CI−1
N l+I−1

+

I∑

i=1

log CJ−1
N l

i+J−1

︸ ︷︷ ︸
− log P (M)

+

I∑

i=1

log

(
N l

i !∑J
j=1 N l

ij !

)

︸ ︷︷ ︸
− log P (T |M)

(4.12)
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Données entièrement étiquetées :
Les données sont supposées être entièrement étiquetées. Nous considérons le cas particulier
où D = L et U = ∅. Le dernier terme de l’Équation 4.11 est nulle car pour chaque intervalle
pour chaque classe, Nu

i = 0 et Nu
ij = 0. Le critère Csemi super peut se réécrire comme suit :

Csemi super(M) = log(N) + log(CI−1
N+I−1) +

I∑

i=1

log(CJ−1
Ni+J−1) +

I∑

i=1

log

(
Ni!∑J

j=1 Nij!

)

Lorsque tous les exemples sont étiquetés, N = N l, Ni = N l
i pour chaque intervalle et

Nij = N l
ij. Dans ce cas, le critère semi-supervisé Csemi super et le critère supervisé Csuper

sont identiques ; cela montre la cohérence des deux approches.

Données entièrement non-étiquetées :
Nous nous plaçons dans le cas contraire, où aucun exemple d’apprentissage n’est étiqueté
(D = U et L = ∅). Pour chaque intervalle et pour chaque classe Nu

i = Ni et Nu
ij = Nij .

La vraisemblance des données P (D|M) est égale à 1 quelque soit le modèle envisagé. La
vraisemblance (Équation 4.9) peut se réécrire comme suit :

P (D|M) =

I∏

i=1

[∏J
j=1 Nij!

Ni!
× Ni!∏J

j=1 Nij !

]

P (D|M) = 1

La distribution a posteriori du modèle est égale à la distribution a priori du modèle,
P (M |D) = P (M). Le modèle le plus probable (Mmap) contient un seul intervalle. Les
deux approches donnent la même discrétisation car tous les paramètres du critère Csuper

sont nuls dans ce cas. Le critère d’évaluation Csemi super s’exprime de la manière suivante :

Csemi super(M) = log(N) + log(CI−1
N+I−1) +

I∑

i=1

log(CJ−1
Ni+J−1)

Mélange de données étiquetées et non-étiquetées :
Les méthodes de discrétisation supervisée et semi-supervisée se différencient par le nombre
de modèles codés par la distribution a priori P (M). Dans le cas semi-supervisé, |M| le
nombre de modèles possibles est plus important que dans le cas supervisé. Les exemples
non-étiquetés sont autant d’emplacements supplémentaires où les bornes séparant les in-
tervalles du modèle optimal peuvent se positionner. Le nombre de choix possibles sur
l’emplacement des bornes étant plus important, le coût de modélisation de la distribution
P (M) augmente. Lorsque le nombre d’exemples non-étiquetés augmente, l’optimisation
du critère Csemi super induit un modèle optimal Mmap incluant potentiellement un plus
petit nombre d’intervalles.

Ce comportement est illustré grâce à une expérience très simple. Nous considérons un
problème de classification binaire pour lequel tous les exemples de la classe “0” [respecti-
vement “1”] sont localisés en x = 0 [respectivement x = 1]. Le nombre total d’exemples
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d’apprentissage N varie durant l’expérience. Pour chaque valeur de N , on cherche N l
min le

nombre minimum d’exemples à étiqueter pour que le critère Csemi super préfère un modèle
à deux intervalles, plutôt qu’un modèle à un intervalle. Durant toute l’expérience, il y a
autant d’exemples étiquetés dans chacune des classes.

La Figure 4.4 trace N l
min en fonction de N = N l+Nu, pour les approches supervisée et

semi-supervisée (le graphique de droite utilise une échelle logarithmique). Pour le critère
Csuper, le nombre minimal d’exemples étiquetés nécessaire pour discrétiser correctement
les données ne dépend pas de N . Dans le cas supervisé, N l

min = 6 quelle que soit la valeur
de N . Un comportement différent est observé pour le critère Csemi super. La figure 4.4
quantifie l’influence de N sur la sélection du modèle optimal Mmap. Lorsque le nombre
total d’exemples N augmente, N l

min crôıt de l’ordre de log(N).
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Fig. 4.4 – Mélange d’exemples étiquetés et non-étiquetés : l’axe vertical représente le
nombre minimum d’exemples étiquetés pour préférer un modèle à deux intervalles ; l’axe
horizontal représente le nombre total d’exemples (échelle logarithmique à droite)

Synthèse des résultats :

La Figure 4.5 synthétise les résultats de la Section 4.3.1 :

• Les critères Csemi super et Csuper sont analytiquement équivalents lorsque U = ∅ ;

• Le critère Csemi super est égal à − log P (M) lorsque L = ∅, dans ce cas, les approches
supervisée et semi-supervisée donnent la même discrétisation ;

• L’approche semi-supervisée est pénalisée par un coût de modélisation élevé lorsque
les données comportent des exemples étiquetés et non-étiquetés, dans ce cas, l’opti-
misation du critère Csemi super définit un modèle optimal avec moins d’intervalles que
pour l’approche supervisée.
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Les deux critères donnent
des discrétisations équivalentes

Les deux critères donnent
des discrétisations équivalentes
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Fig. 4.5 – Résumé de la Section 4.3.1 : L’axe horizontal représente le type de données et
l’axe vertical symbolise le nombre d’intervalles du modèle optimal Mmap

4.3.2 Optimisation du critère

Le modèle de discrétisation le plus probable connaissant les données (le Mmap) est
défini par l’optimisation du critère d’évaluation Csemi super. Cette section présente l’op-
timisation de notre critère et montre comment les algorithmes de l’approche MODL
peuvent être utilisés dans le cas semi-supervisé. Tout d’abord, une approche gloutonne
est présentée. Des heuristiques de post-optimisation sont ensuite utilisées pour améliorer
les performances de l’approche gloutonne. La description de ces algorithmes est empruntée
à [Boullé, 2007b] et traite uniquement du cas de la discrétisation d’une variable numérique.

4.3.2.1 Propriété de la solution optimale

Dans l’approche supervisée MODL [Boullé, 2006b] l’optimisation des paramètres {Nij}
se déduit facilement des données, lorsque les {Ni} sont fixés. Les bornes des intervalles {Ni}
sont utilisées pour déterminer {Nij}, les effectifs de chaque classe dans chaque intervalle.
Dans le cas de la discrétisation semi-supervisée, seuls les {N l

ij} peuvent être déduits de
cette façon. Les effectifs des données étiquetées sont connus pour chaque intervalle, mais
les paramètres Nij restent indéterminés à cause des exemples non-étiquetés.

Les {Nij} qui maximisent le critère Csemi super sont notés {N⋄
ij}. Nous montrons que

dans chaque intervalle, les {N⋄
ij} respectent la proportion des classes observées sur les

exemples étiquetés. Les {N⋄
ij} sont définis comme suit :
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N⋄
ij =

⌈
(Ni + 1)×

N l
ij

N l
i

− 1

⌉
(4.13)

Démonstration.
Cette démonstration se restreint au cas d’un modèle de discrétisation incluant un seul in-
tervalle. Ces calculs peuvent être répétés indépendamment sur I intervalles, puisque la dis-
tribution des données est supposée être indépendante entre les intervalles du modèle. Nous
considérons ici un problème de classification binaire (J = 2). Soit la fonction f(Ni1, Ni2)
correspondant au critère Csemi sup, pour lequel tous les paramètres sont fixés exceptés Ni1

et Ni2. L’Équation 4.9 peut se réécrire comme suit :

P (D|M) =

I∏

i=1

J∏

j=1

Nij !(Ni −N l
i )!

(Nij −N l
ij)!Ni!

Le seul terme du critère Csemi sup qui dépent des paramètres {Nij} est − log(P (D|M)) :

− log(P (D|M)) =

I∑

i=1

J∑

j=1

log

(
(Nij −N l

ij)!Ni!

Nij !(Ni −N l
i )!

)

Dans notre cas, les paramètres Ni et N l
i sont constants. Notre objectif est de caractérisé

le minimum de la fonction f(Ni1, Ni2) par une expression analytique :

f(Ni1, Ni2) = log

(
(Ni1 −N l

i1)!

Ni1!

)
+ log

(
(Ni2 −N l

i2)!

Ni2!

)

Les termes N l
i1 et N l

i2 sont constants, et Ni2 = Ni −Ni1. f peut être réécrite comme
une fonction impliquant une seule variable :

f(Ni1) = log

(
(Ni1 −N l

i1)!

Ni1!

)
+ log

(
(Ni −Ni1 −N l

i2)!

(Ni −Ni1)!

)

=

Ni1−N l
i1∑

k=1

log k −
Ni1∑

k=1

log k +

Ni−Ni1−N l
i2∑

k=1

log k −
Ni−Ni1∑

k=1

log k

= −
Ni1∑

k=Ni1−N l
i1+1

log k −
Ni−Ni1∑

k=Ni−Ni1−N l
i2+1

log k

Et

f(Ni1 + 1) = −
Ni1+1∑

k=Ni1−N l
i1+2

log k −
Ni−Ni1−1∑

k=Ni−Ni1−N l
i2

log k
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Par conséquent :

f(Ni1)− f(Ni1 + 1) = log(Ni1 + 1)− log(Ni1 + 1−N l
i1)− log(Ni −Ni1) + log(Ni −N l

i2 −Ni1)

= log

(
(Ni1 + 1)(Ni −N l

i2 −Ni1)

(Ni1 + 1−N l
i1)(Ni −Ni1)

)

f(Ni1) crôıt si :

f(Ni1)− f(Ni1 + 1) > 0

⇔ (Ni1+1)(Ni−N l
i2−Ni1)

(Ni1+1−N l
i1)(Ni−Ni1)

> 1

⇔ −N l
i2 ×Ni1 −N l

i2 > −N l
i1 ×Ni + N l

i1 ×Ni1

⇔ Ni1 <
−N l

i2+N l
i1×Ni

N l
i1+N l

i2

De la même façon, f(Ni1) décroit si :

f(Ni1)− f(Ni1 + 1) < 0⇔ Ni1 >
−N l

i2+N l
i1×Ni

N l
i1+N l

i2

f(Ni1) étant une fonction discrète, son maximum est atteint pour Ni1 = ⌈−N l
i2+N l

i1×Ni

N l
i1+N l

i2
⌉.

Cette expression peut être généralisée pour des problèmes à J classes1 :

N⋄
ij =

⌈

(Ni + 1)×
N l

ij

N l
i

− 1

⌉

La partie entière “⌈.⌉” utilisée dans l’expression 4.13 peut provoquer des probl̀emes
d’arrondi. Dans le cas où

∑J
j=1 N⋄

ij = Ni − 1, il suffit de choisir un des {N⋄
ij} et de

lui ajouter 1. Tous les choix possibles sont équivalents et optimaux au sens du critère
Csemi super. Ce phénomène a été observé sur des cas pratiques, et est démontré dans le cas
d’un problème binaire et d’un modèle à un intervalle (voir Annexe B).

L’Équation 4.13 est une expression analytique permettant de déduire les {N⋄
ij} à partir

des données. De cette façon, les paramètres à optimiser sont les mêmes que dans l’approche
MODL et les mêmes algorithmes d’optimisation peuvent être exploités.

4.3.2.2 Heuristique gloutonne

L’heuristique gloutonne ascendante est décrite par l’Algorithme 7. Il s’agit d’un al-
gorithme générique utilisé pour l’optimisation d’une partition univariée [Zighed and Ra-
kotomalala, 2000]. Dans notre cas, l’objectif est de trouver le modèle de discrétisation

1L’expression généralisée de N⋄
ij a été vérifiée empiriquement sur des problèmes de classification multi-

classes.
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M ∈ M qui minimise la fonction Cout(M), c’est-à-dire la valeur du critère Csemi super. Le
modèle initial Minitial comporte autant d’intervalles qu’il y a d’exemples d’apprentissage.
Cette heuristique consiste à évaluer toutes les fusions possibles m entre deux intervalles
adjacents. La meilleure fusion est effectuée si elle améliore le coût du modèle courant.
L’Algorithme 7 est itératif, il se répète tant que le modèle courant est amélioré.

Notations :

• La fonction Cout : M→ R, correspondant à la valeur du critère Csemi super

• Minitial, le modèle de discrétisation initial, tel que I = N et Ni = 1, ∀i ∈ [1, I]

• M ′, le modèle de discrétisation optimal

/* Initialisation des variables */

M ′ ←Minitial

amelioration = vrai

Répéter

/* Recherche de la meilleure amélioration */

Mcourant ←M ′

Pour toutes les fusions m de deux intervalles adjacents faire

/* Évaluation de la fusion m */

Mfusion ←M ′ + m

Si Cout(Mfusion) < Cout(Mcourant) Alors
Mcourant ←Mfusion

Fin Si

Fin Pour

/* Test de l’amélioration */

Si Cout(Mcourant) < Cout(M ′) Alors
M ′ ←Mcourant amelioration = vrai

Sinon
amelioration = faux

Fin Si

Tant que amelioration = vrai

Algorithme 7: Heuristique gloutonne ascendante

Le modèle de discrétisation retourné par cet algorithme est une solution sous-optimale,
car l’espace des modèles M n’est que partiellement parcouru. Les fusions successives
peuvent conduire à un optimum local. Implémenté näıvement, cet algorithme a une com-
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plexité temporelle en O(N3). L’additivité du Critère 4.11 peut être exploitée pour mémori-
ser des résultats intermédiaires et réduire l’impact de chaque fusion aux deux intervalles
impliqués. Finalement, l’heuristique gloutonne ascendante est implémentée en O(N log N).

4.3.2.3 Heuristiques de post-optimisation

L’heuristique gloutonne ascendante est suivie de deux étapes de post-optimisation qui
ont pour objectif d’améliorer le modèle retourné par l’Algorithme 7, noté M ′(I ′, {N ′

i},
{N ′

ij}). Le nombre d’intervalles I ′ correspond éventuellement à un optimum local, car
l’heuristique gloutonne s’arrête lorsqu’aucune fusion d’intervalles adjacents n’améliore le
modèle courant. La première étape de post-optimisation agit sur le nombre d’intervalles
du modèle de discrétisation. L’Algorithme 7 est répété jusqu’à l’obtention d’un modèle
comportant un seul intervalle, noté M ′′(I ′′, {N ′′

i }, {N ′′
ij}). À chaque itération, la meilleure

fusion est effectuée même si elle n’améliore pas immédiatement le modèle courant, et la
meilleure discrétisation rencontrée est retenue.

La deuxième étape de post-optimisation concerne les bornes des intervalles, {N ′′
i }.

Ces bornes sont issues de fusions successives qui ne sont jamais remises en question. Les
paramètres {N ′′

i } correspondent éventuellement à un optimum local, car toutes les bornes
possibles n’ont pas été envisagées. Pour résoudre ce problème, un voisinage local de M ′′

basé sur des opérations élémentaires entre deux intervalles adjacents est défini :

• suppression d’un intervalle, par fusion de trois intervalles adjacents existant suivie
d’un découpage de l’intervalle fusionné ;

• ajustement de frontières entre deux intervalles, par fusion de deux intervalles adja-
cents existants suivie d’un découpage de l’intervalle fusionné ;

• ajout d’un nouvel intervalle, par découpage d’un intervalle existant.

L’additivité du critère Csemi super permet le parcours exhaustif du voisinage d’un modèle
M ′′ en O(N). L’exploration systématique de ce voisinage permet d’échapper à une gamme
importante d’optima locaux et d’améliorer la qualité du modèle de discrétisation [Boullé,
2007b].
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4.3.3 Biais de discrétisation

Les approches de discrétisation supervisée et semi-supervisée sont basées sur les sta-
tistiques de rang. Les emplacements des bornes séparant les intervalles du modèle optimal
sont définis dans un espace discret, grâce au nombre d’exemples appartenant à chaque
intervalles, {Ni}. Le biais de discrétisation présenté dans cette section a pour objectif de
positionner les bornes du modèle dans un espace continu : le domaine de définition de la
variable explicative. Dès lors, deux problèmes élémentaires se posent : i) le positionnement
d’une borne entre deux exemples d’apprentissage ; ii) le positionnement d’une borne parmi
des exemples non-étiquetés contigus.

Positionnement d’une borne entre deux exemples d’apprentissage :
Les paramètres {Ni} [respectivement {N l

i}] issus de l’optimisation du critère Csemi super

[respectivement Csuper] ne sont pas suffisants pour définir l’emplacement des bornes dans
un domaine continu. Il existe une infinité de positions possibles pour une borne entre
deux exemples d’apprentissage. Un prior est adopté dans [Boullé, 2006b] qui considère la
meilleure position d’une borne comme étant la médiane de la distribution de l’emplace-
ment de la vraie borne, notée Ptb. Cette médiane minimise l’erreur quadratique moyenne de
généralisation (MSE), quelle que soit la distribution Ptb. L’objectif est de placer une borne
entre deux exemples d’apprentissage, sans disposer d’informations relatives à la distribu-
tion Ptb. Dans ce cas, Ptb est supposée être uniforme. Une borne est placée à mi-chemin
des deux exemples d’apprentissage concernés.

Positionnement d’une borne parmi des exemples non-étiquetés contigus :
Lorsque les paramètres {N l

i} restent constants, l’optimisation du critère semi-supervisé
ne définit pas de manière unique l’emplacement des bornes du Mmap. Ce phénomène
est illustré dans la suite de cette section par un problème jouet. Considérons une zone
de X où aucun exemple n’est étiqueté ; toutes les bornes possibles de cette zone ont le
même coût au sens du critère Csemi super. Notre approche de discrétisation semi-supervisée
n’est pas capable de déterminer le meilleur emplacement d’une borne dans une zone non-
étiquetée de l’espace X. Le même prior que précédemment, minimisant l’erreur quadra-
tique moyenne de généralisation [Boullé, 2006b], est adopté pour définir l’emplacement
des bornes du modèle optimal. Les exemples non-étiquetés sont supposés être tirés selon
Ptb et cette distribution est supposée être constante entre chaque exemple d’apprentissage.
Les exemples non-étiquetés sont utilisés pour estimer la médiane de Ptb. Une borne est
finalement placée au milieu d’une zone non-étiquetée2 , à mi-chemin des deux exemples
non-étiquetés concernés.

La Figure 4.9 illustre les résultats présentés dans la Section 4.3.3. Les approches de
discrétisation supervisée et semi-supervisée sont incapables de positionner une borne entre
deux exemples étiquetés. Dans les deux cas, le même prior définit de manière unique le
meilleur emplacement des bornes. Le principal apport de l’approche semi-supervisée est
d’exploiter les exemples non-étiquetés pour affiner l’estimation de la médiane de Ptp.

2Le nombre d’exemples non-étiquetés contigus doit être le même de part est d’autre d’une borne.

84
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Hypothèse :

BorneBorne

: exemple de la classe 1 : exemple de la classe 2 : exemple non−étiqueté

Légende :

Illustration :

Hypothèse :

Ptb est supposée uniforme entre 

chaque exemple d’apprentissage

Les bornes sont placées au milieu des zones
non étiquetées, à mi−chemin entre deux 

exemples non−étiquetés.

Définir de manière unique l’emplacement
des bornes du modèle optimal, dans 

un domaine continu.

Problématique : 

Prior :

la médiane de Ptb
l’erreur quadratique moyenne (MSE) :

Les exemples non−étiquetés sont tirés

entre chaque exemple d’apprentissage
selon Ptb, et Ptb est constante par morceaux

La position des bornes doit minimiser 

entre deux exemples étiquetés
Les bornes sont placées à mi−chemin

Supervisé Semi−supervisé

Fig. 4.6 – Résumé des résultats de la Section 4.3.3

Preuve empirique :
Considérons un problème de classification binaire uni-varié, dont les exemples d’appren-
tissage sont caractérisés par une variable explicative comprise entre 0 et 1. Ce jeu de
données comporte trois parties distinctes. La partie “A” de la Figure 4.7 contient 40
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exemples étiquetés par la classe “1”. Ces exemples sont répartis régulièrement dans l’in-
tervalle [0, 0.4]. De la même façon, la partie “B” contient 20 exemples non-étiquetés et la
partie “C” contient 40 exemples étiquetés par la classe “2”.

Fig. 4.7 – Problème jouet : les données

Dans le cadre de cette expérience, la famille de modèles M est restreinte aux modèles
à deux intervalles. L’objectif de cette expérience est de trouver la meilleure position de
la borne b ∈ [0, 1] séparant les deux intervalles du modèle. La position d’une borne est
déduite grâce au nombre d’exemples appartenant à chaque intervalle, {N1, N2}.

Il existe plusieurs modèles compatibles avec une borne, ces modèles étant définis par les
paramètres {Nij}. La probabilité d’une borne b est estimée par un moyennage Bayésien
qui considère tous les modèles compatibles avec la borne b. Cette évaluation n’est pas
biaisée par le choix d’un modèle particulier parmi tous les modèles compatibles avec une
borne. Pour une borne donnée b, I et {Nij}l sont fixés et les paramètres {Nij} restent
indéfinis. P (b|D) est estimée de la manière suivante :

P (b|D) =
∑

{Nij}

P (b, {Nij}︸ ︷︷ ︸
M∈M

|D)

La formule de Bayes est utilisée pour décomposer cette expression :

P (b|D)× P (D) =
∑

{Nij}

P (D|b, {Nij})× P (b, {Nij}) (4.14)

Les paramètres {Ni} et {Nij} définissent un modèle M ∈M. Les termes de l’Expression
4.14 correspondent à P (D|M)P (M) et sont calculés grâce au critère Csemi super.

La Figure 4.8 trace − log P (b|D) en fonction de la position de la borne b. Les valeurs
minimales de cette courbe nous indiquent où doit se positionner la borne pour que les
modèles correspondants expliquent au mieux les données observées. Selon la Figure 4.8,
il ne faut ni couper dans la partie “A”, ni dans la partie “C”. En revanche, toutes les
coupures de la partie “B” sont équivalentes et optimales au sens du critère Csemi super.

Le graphique droit de la Figure 4.8 fait un zoom sur la partie “B” du jeu de données
et montre que la probabilité des bornes est constante3. Cette expérience montre empi-
riquement que l’optimisation du critère Csemi super ne détermine pas de manière unique
la position des bornes, dans une zone exclusivement composée d’exemples non-étiquetés.

3L’expérience menée montre que − log P (b|D) est constant dans la partie “B” du jeu de données, à
la douzième décimale près. On observe du bruit numérique en augmentant la précision, aucune variation
significative ne peut être mise en évidence.
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Fig. 4.8 – Quantité d’information de la coupure vs position de la coupure. Le graphique
de droite fait un zoom sur la partie “B” du jeu de données.

Ce résultat est inattendu et difficile à démontrer formellement en raison du moyennage
Bayésien sur les modèles. Le même résultat est obtenu lorsque les parties “A” est “C”
comportent un nombre différent d’exemples étiquetés. Intuitivement, ce phénomène peut
s’expliquer par le fait qu’aucune préférence n’a été exprimée sur l’emplacement des bornes
lors de l’élaboration du critère Csemi super ; cela est cohérent avec une démarche Bayésienne
objective [Berger, 2006].

4.3.4 Convergence asymptotique

Cette section montre que notre approche de discrétisation semi-supervisée est asymp-
totiquement équivalente à l’approche supervisée MODL [Boullé, 2006b], munie d’un post-
traitement qui place les bornes du modèle optimal au milieu des zones non-étiquetées.
Comme l’illustre la Figure 4.9, la démarche employée pour montrer l’équivalence des
deux approches s’appuie sur trois résultats intermédiaires : le biais de discrétisation établi
à la section 4.3.3 ; l’optimisation des paramètres {Nij} présentée à la section 4.3.2 ; et
l’interprétation de la vraisemblance P (D|M) par l’entropie. En exploitant le biais de
discrétisation comme une connaissance a priori, nous montrons que le prior P (M) est
identique pour les deux approches. Selon le modèle optimal défini par Mmap = minM∈M

Csemi super(M), l’entropie des ensembles D, U et L est la même. Ce résultat permet d’établir
la convergence de la vraisemblance P (D|M) dans le cas supervisé et dans le cas semi-

supervisé, lorsque N l →∞, Nu →∞ et N l

Nu = Cst.
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+
la position des bornes

section 4.3.3

Biais de discretisation sur

(résultat empirique)

supervisée

Approche
Post−

de la position
des bornes

Equivalence asymptotique
(résultat théorique)

section 4.3.1

(résultat théorique)

vraisemblance par l’entropie 
Interprétation de la 

traitement
Approche semi−supervisée

section 4.3.4.2

Optimisation des

(résultat théorique)

paramètres Nij

section 4.3.2.1

Fig. 4.9 – Convergence des approches supervisée et semi-supervisée.

4.3.4.1 Unification du prior

Le biais de discrétisation défini à la Section 4.3.3 modifie notre connaissance a priori
de la distribution des modèles. Les bornes du Mmap sont contraintes de se placer au
milieu des zones non-étiquetées, ce qui réduit considérablement le nombre de positions
envisageables pour chacune des bornes. Le critère Csemi super(M) considère N positions
possibles pour chaque borne. Nous nous ramenons à N l positions possibles en exploitant
le biais de discrétisation. Dans ces conditions, le prior présenté à la Section 4.2.2 peut être
réécrit de manière identique à l’Équation 4.12 :

P (M) =
1

N l
× 1

CI−1
N l+I−1

×
I∏

i=1

1

CJ−1
N l

i+J−1

4.3.4.2 Vraisemblance asymptotiquement identique

Lemme A : La vraisemblance des données s’exprime selon l’entropie conditionnelle
au modèle M (notée HM ) des ensembles Φ, U et L :

• Cas supervisé − log P (D|M)super = N lHM (L) +O(log N)

• Cas semi-supervisé − log P (D|M)semi super = NHM (D)−NuHM (U) +O(log N)
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Démonstration.
• Soit HM (D) l’entropie de Shannon [Shannon, 1948] des données, connaissant le modèle
de discrétisation M . Nous supposons ici que HM (D) est égale à son estimation empirique :

HM (D) = −
I∑

i=1

Ni

N




J∑

j=1

Nij

Ni
log

(
Nij

Ni

)



• Dans le cas semi-supervisé P (D|M)semi super =
∏I

i=1

QJ
j=1

Nij !

Nu
ij

!

Ni!

Nu
i

!

. Par conséquent :

− log P (D|M)semi super =

I∑

i=1



log(Ni!)− log(Nu
i !)−

J∑

j=1

log(Nij !) +

J∑

j=1

log(Nu
ij !)





L’approximation de Stirling donne log(n!) = n log(n)− n +O(log n) :

− log P (D|M)semi super =

I∑

i=1

[
Ni log(Ni)−Ni −Nu

i log(Nu
i ) + Nu

i −
J∑

j=1

[Nij log(Nij)−Nij ]

+
J∑

j=1

[
Nu

ij log(Nu
ij)−Nu

ij

]
+O(log Ni)−O(log Nu

i )

−
J∑

j=1

O(log Nij) +

J∑

j=1

O(log Nu
ij)

]

Nous exploitons le fait que
∑J

j=1 Nij = Ni et
∑J

j=1 Nu
ij = Nu

i :

− log P (D|M)semi super =
I∑

i=1

[ J∑

j=1

Nu
ij

(
log Nu

ij − log Nu
i

)
−Nij (log Nij − log Ni) +O(log Ni)

]

− log P (D|M)semi super =

I∑

i=1

[
−Ni

J∑

j=1

Nij

Ni

log

(
Nij

Ni

)
+ Nu

i

J∑

j=1

Nu
ij

Nu
i

log

(
Nu

ij

Nu
i

)
+O(log Ni)

]

L’entropie étant additive sur des ensembles disjoints, nous obtenons :

− log P (D|M)semi super = NHM (D)−NuHM (U) +O(log N)

• La démonstration pour le cas supervisé est similaire :

P (D|M)super =
I∏

i=1

∏J
j=1 N l

ij!

N l
i !
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− log P (D|M)super =

I∑

i=1



log(N l
i !)−

J∑

j=1

log(N l
ij !)





− logP (D|M)super =

I∑

i=1

[
N l

i log(N l
i )−N l

i−
J∑

j=1

[
N l

ij log(N l
ij)−N l

ij

]
+O(log N l

i )−
J∑

j=1

O(log N l
ij)

]

∑J
j=1 Nij = Ni et

∑J
j=1 Nh

ij = Nh
i donc on a :

− log P (D|M)super =

I∑

i=1



−N l
i

J∑

j=1

N l
ij

N l
i

log

(
N l

ij

N l
i

)
+O(log Ni)





− log P (D|M)super = N lHM (L) +O(log N)

Lemme B : Les valeurs des paramètres {Nij} qui maximisent le critère Csemi sup

(notés {N⋄
ij}) correspondent à la proportion des étiquettes observées dans chaque inter-

valle (voir Section 4.3.2) :

N⋄
ij =

⌈
(Ni + 1)×

N l
ij

N l
i

− 1

⌉

La conséquence du lemme B est que les ensembles U , L et D ont la même entropie
conditionnelle auMmap. En effet, les N⋄

ij respectent la proportion des étiquettes observées
dans les intervalles du modèle optimal. En exploitant le lemme A, on obtient pour le cas
semi-supervisé :

− log P (D|Mmap)semi super = NHMmap(D)−NuHMmap(U) +O(log N)

− log P (D|Mmap)semi super = (N −Nu)HMmap(L) +O(log N)

− log P (D|Mmap)semi super = N lHMmap(L) +O(log N)

La vraisemblance du modèle optimal P (D|Mmap) est asymptotiquement identique
dans le cas supervisé et dans le cas semi-supervisé :
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− log P (D|Mmap)semi super + log P (D|Mmap)super = O(log N)

lim
N→+∞

− log P (D|Mmap)semi super + log P (D|Mmap)super

− log P (D|Mmap)semi super

= 0

L’experience illustrative qui suit montre que l’approche supervisée et l’approche semi-
supervisée cherchent à résoudre le même problème d’optimisation lorsque4 N l →∞, Nu →
∞ et N l

Nu = Cst.

Illustration
L’objectif de cette expérience est d’étudier l’écart de la vraisemblance dans le cas semi-
supervisé et dans le cas supervisé. Nous définissons la différence des “− log vraisemblances”
de la manière suivante :

∆ = − log P (D|M)semi super + log P (D|M)super

Nous définissons également la différence relative des “-log vraisemblances” tel que :

∆Relatif =
− log P (D|M)semi super + log P (D|M)super

− log P (D|M)semi super

En fixant le modèle de discrétisation M , ∆ et ∆Relatif dépendent uniquement des
données. Durant l’expérience, le nombre total d’exemples N et le nombre d’exemples
étiquetés N l varient. Le même jeu de données qu’à la Section 4.3.3 est utilisé5. Le modèle
de discrétisation M comporte deux intervalles (I = 2) et la borne définie par {N1, N2} est
toujours située à b = 0.5. ∆ et ∆Relatif sont évalués pour chaque valeur du couple (N,N l),
en considérant les N⋄

ij optimaux définis à la Section 4.3.2.1.
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Fig. 4.10 – ∆ et ∆Relatif en fonction de N et N l

4La convergence des deux approches est également vérifiée pour N l →∞ et Nu = Cst
5Dans le cadre de cette expérience les données sont bruitées, 10% des étiquettes sont erronées.
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Le graphique gauche de la Figure 4.10 trace ∆ pour N ∈ [0, 5000] et N l ∈ [0, 5000]. Un
code couleur est utilisé pour indiquer la valeur de ∆ en fonction de N et N l. Ce graphique
montre que ∆ varie de l’ordre de O(log N) lorsque N et N l augmentent. Par exemple,
pour N = 5000 et N l = 2500 on observe ∆ ≈ 5. Cela est cohérent avec l’interprétation
basée sur l’entropie qui donne ∆ = O(log N).

Lorsque N tend vers l’infini, ∆ est négligeable devant la vraisemblance,
∆≪ − log P (D|M). Le graphique droit de la Figure 4.10 trace ∆Relatif en fonction de N

et N l. Ce graphique montre que l’écart relatif des vraisemblances tend vers 0 lorsque N et
N l tendent vers l’infini. Cette expérience illustre le fait que l’approche supervisée munie
d’un post-traitement sur la position des bornes et l’approche semi-supervisée tendent à
résoudre le même problème d’optimisation, étant donné le biais de discrétisation défini à
la Section 4.3.3.

4.4 Application à des problèmes jouets

Cette section étudie l’influence du post-traitement de la position des bornes duMmap

(Section 4.3.4), sur la qualité de la discrétisation optimale. Les expériences de cette section
sont menées sur deux problèmes jouets, mettant en jeu une classification binaire. L’objectif
est d’estimer la distribution conditionnelle P (y|x), avec y ∈ Y et x ∈ X, en exploitant des
données d’apprentissage.

Un classifieur Bayésien näıf est utilisé pour évaluer la méthode de discrétisation munie,
ou non, du post-traitement. Ce classifieur exploite la discrétisation optimale pour estimer
la distribution conditionnelle P (y|x) [Boullé, 2006b]. L’évaluation du modèle prédictif est
effectuée grâce à l’AUC, en fonction du nombre d’exemples étiquetés. Les résultats obte-
nus sont exprimés sous la forme de courbes d’apprentissage, qui tracent l’AUC moyenne
en fonction du nombre d’exemples étiquetés. Les expériences sont répétées 10 fois et les
exemples étiquetés sont choisis de manière aléatoire. Les expériences débutent avec 2
exemples étiquetés, à chaque itération, 2 exemples supplémentaires sont étiquetés.

Dans le cadre de nos expériences, la famille M est restreinte aux modèles incluant un ou
deux intervalles. Les deux problèmes jouets considérés impliquent des données d’appren-
tissage dont la distribution n’est pas uniforme. Cette section présente donc deux cas favo-
rables au post-traitement, pour lesquels les exemples non-étiquetés permettent d’améliorer
l’évaluation de la médiane de Ptb (Section 4.3.3).

Problèmes jouets :
Nous définissons ici les deux jeux de données exploités lors de nos expériences.

L’échelon
Ce problème jouet consiste à estimer la position du front montant d’un échelon grâce à
des données d’apprentissage. Le jeu de données utilisé comporte 100 exemples. La variable
explicative x caractérisant les exemples est définie par x = eα, α variant de 0 à 10 avec un
pas de 0.1. Les 53 exemples tel que x < 220 appartiennent à la classe “1” et les 47 autres
exemples sont de la classe “2”. La Figure 4.11 illustre ce jeu de données.
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220
x

0

1

P(y=2|x)

Fig. 4.11 – Jeu de données “échelon”

Les gaussiennes
Ce Jeu de données met en jeu une classification binaire et comporte 1000 exemples. Les
exemples appartenant à la classe “1” sont répartis selon une distribution gaussienne ayant
pour moyenne 0.25 et pour variance 0.2. De la même façon, les exemples de la classe “2”
suivent une distribution gaussienne de moyenne 0.75 et de variance de 0.6. La Figure 4.12
illustre ce jeu de données.

0.25 0.75

0.2

Classe 1

0.6

Classe 2

x

P(y|x)

Fig. 4.12 – Jeu de données “gaussiennes”

Résultats :
La Figure 4.13 [respectivement 4.14] trace l’AUC moyenne en fonction du nombre d’exem-
ples étiquetés, pour le problème de l’échelon [respectivement le problème des gaussiennes].
Les deux courbes de chaque figure correspondent à l’approche supervisée MODL, munie,
ou non, du post-traitement sur les bornes du Mmap. L’analyse des résultats obtenus est
la même pour les deux problèmes jouets étudiés.

En considérant moins de 6 exemples étiquetés, les deux approches de discrétisation
donnent un Mmap comportant un seul intervalle. Dans ce cas, l’AUC observée est égale
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à 0.5. Au delà de 6 exemples étiquetés, le Mmap comporte deux intervalles. Quelque soit
la méthode de discrétisation, la qualité duMmap s’améliore lorsque le nombre d’exemples
étiquetés augmente. Dans les deux cas, la post-optimisation de la position de la borne
améliore l’approche MODL. Cette amélioration est faible mais toujours présente. L’écart
entre les deux courbes a tendance à diminuer lorsque le nombre d’exemples étiquetés
augmente. Lors du post-traitement, la borne du Mmap se déplace entre deux exemples
étiquetés. L’erreur du modèle prédictif peut être réduite, dans le meilleur des cas, de
l’ordre de 1

N l .
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Fig. 4.13 – Échelon : AUC moyenne en fonction du nombre d’exemples étiquetés (le
graphique de gauche fait un zoom sur les courbes).
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Fig. 4.14 – Gaussiennes : AUC moyenne en fonction du nombre d’exemples étiquetés (le
graphique de gauche fait un zoom sur les courbes).
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4.5 Discussion

Ce chapitre propose une extension de l’approche de discrétisation MODL au cas de
l’apprentissage semi-supervisé. Notre méthode semi-supervisée exploite les mêmes choix de
modélisation et les mêmes hypothèses que l’approche supervisée [Boullé, 2006b]. La seule
différence est que notre approche manipule conjointement des exemples étiquetés et non-
étiquetés. Tout d’abord, une famille de modèles de discrétisation est définie. Une démarche
Bayésienne est ensuite appliquée, et conduit à un critère analytique dont l’optimisation
désigne le modèle le plus probable connaissant les données.

Plusieurs résultats théoriques importants sont établis lors d’une étude approfondie
de notre critère d’évaluation. Nous montrons que la prise en compte des exemples non-
étiquetés dans la définition du prior P (M) est inutile. Nous montrons également que notre
approche semi-supervisée est asymptotiquement6 équivalente à l’approche supervisée, mu-
nie d’un post-traitement sur la position des bornes du modèle optimal. Dans notre cas, le
meilleur moyen d’exploiter les exemples non-étiquetés est d’utiliser l’approche supervisée,
puis de placer les bornes du modèle optimal au milieu des zones non-étiquetées. Ce résultat
montre que, malgré les hypothèses faiblement informatives adoptées sur les données, les
exemples non-étiquetés apportent de l’information utile à la discrétisation.

Notre méthode de discrétisation semi-supervisée a été élaborée dans un cadre théorique
restreint : i) des modèles de discrétisation incluant un ou deux intervalles ; ii) des données
caractérisées par une seule variable explicative. Des travaux futurs pourraient étendre les
démonstrations réalisées dans ce chapitre au cas des modèles multi-intervalles (I > 2) et
au cas de données caractérisées par plusieurs variables (dim(X) > 1). Notre approche a
uniquement été testée sur des problèmes artificiels. Des expériences comparatives pour-
raient être menées sur des données réelles, pour déterminer si le post-traitement de la
position des bornes du modèle optimal améliore toujours l’approche supervisée.

Les travaux réalisés dans ce chapitre sont exploitables pour l’amélioration de la stratégie
d’apprentissage actif par modèles locaux définie au Chapitre 3. Les décisions relatives au
partitionnement récursif de l’espace X peuvent être prises par la méthode de discrétisation
semi-supervisée présentée dans ce chapitre. Cette méthode peut décider où et quand couper
une zone, sans impliquer de paramètres utilisateur. Cette amélioration n’est pas réalisée
dans le cadre de cette thèse et fait partie des futurs travaux envisageables.

Notre stratégie d’apprentissage actif par modèles locaux a pour objectif de définir les
zones d’intérêt dans l’espace X, où l’étiquetage de nouveaux exemples est le plus utile à
l’apprentissage des modèles locaux. Les exemples étiquetés sont choisis de manière aléatoire
dans les zones sélectionnées. Cette stratégie active peut être améliorée en sélectionnant,
localement à la meilleure zone, l’exemple qui est le plus utile à l’apprentissage du modèle
local. Le chapitre suivant propose une stratégie d’apprentissage actif fondée sur notre
méthode de discrétisation semi-supervisée. Cette nouvelle stratégie active est plus per-
formante que la dichotomie probabiliste [Horstein, 1963], lorsque celle-ci n’est pas cor-
rectement renseignée du bruit d’étiquetage présent dans les données. Ce résultat est très
encourageant et ouvre nos travaux à d’autres heuristiques, qui exploitent elles aussi une
méthode dichotomique et des données bruitées.

6Les approches supervisée et semi-supervisée convergent lorsque N l → +∞ et Nu → +∞.
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L’apprentissage actif par modèles locaux présenté au Chapitre 3 peut être amélioré en
exploitant une stratégie active pour sélectionner, localement à la meilleure zone, l’exemple
le plus utile à l’apprentissage du modèle local. Cette hybridation peut potentiellement être
réalisée en exploitant n’importe quelle stratégie active de la littérature (Chapitre 2). Dans
ce cinquième chapitre, nous proposons une stratégie active originale, adaptée au partition-
nement récursif dichotomique de l’espace X. Cette nouvelle stratégie d’apprentissage actif
est fondée sur la méthode de discrétisation semi-supervisée présentée au Chapitre 4.

Nous formalisons notre stratégie active à la Section 5.1. Notre démarche aboutit à un
critère analytique qui correspond à la probabilité des modèles de discrétisation connaissant
les données, et un exemple candidat à l’étiquetage. La Section 5.2 étudie la complexité
temporelle de notre approche. Nous proposons dans cette section des optimisations algo-
rithmiques qui permettent d’exploiter notre stratégie en un temps raisonnable, dans le cas
où : i) les modèles de discrétisation comportent un ou deux intervalles ; ii) le problème
traité est une classification binaire ; iii) les données d’apprentissage sont caractérisées par
une seule variable explicative. Ce cadre théorique est cohérent avec l’objectif de ce cha-
pitre : l’utilisation de notre stratégie active dans le cadre du partitionnement récursif de X.
La Section 5.3 évalue notre stratégie active sur un problème jouet. Les expériences menées
dans cette section caractérisent l’influence du bruit d’étiquetage présent dans les données,
sur les performances de notre stratégie. Dans cette section, notre approche est comparée
favorablement à une stratégie de référence : la dichotomie probabiliste [Horstein, 1963].
Ce résultat important ouvre nos travaux à d’autres heuristiques qui exploitent, elles aussi,
une méthode dichotomique et des données bruitées.
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5.1 Une nouvelle méthode d’apprentissage actif

Cette section présente une stratégie originale d’apprentissage actif fondée sur la métho-
de de discrétisation semi-supervisée définie au Chapitre 4. Les choix de modélisation
adoptés à la Section 4.2.1 (page 71), sont conservés. À chaque itération d’un échantillonnage
sélectif, notre stratégie sélectionne l’exemple qui, une fois étiqueté, maximisera l’espérance
des modèles de M. Nous exploitons le critère semi-supervisé Csemi super (Section 4.2.4,
page 75) en tant qu’expression analytique de la distribution P (M |D). Finalement, notre
démarche aboutit à un critère dont l’optimisation désigne l’exemple xt+1 ∈ U qui maximise
l’espérance de P (M |D,xt+1).

5.1.1 Formalisation

Soit P(.|D)(M) = P (M |D) la distribution a posteriori des modèles de discrétisation,
connaissant les données. Notre stratégie active sélectionne l’exemple xt+1 ∈ U qui maxi-
mise l’espérance de P (M |D,xt+1) sur l’ensemble des modèles M ∈M :

ArgMax
xt+1∈U

E P(.|D)

M∈M

[P (M |D,xt+1)]

ArgMax
xt+1∈U

∑

M∈M

P (M |D)× P (M |D,xt+1)

L’étiquette yt+1 est inconnue, mais la distribution P (y|M,D, xt+1) de la classe y ∈ Y

connaissant le modèle et les données, peut être évaluée. Grâce à la formule de la probabilité
totale, nous écrivons :

1.
∑

y∈Y
P (y|M,D, xt+1) = 1

2. P (M |D,xt+1) =
∑

y∈Y
P (y|M,D, xt+1)P (M |D,xt+1, y)

Finalement,

ArgMax
xt+1∈U

∑

M∈M

P (M |D)×




∑

y∈Y

P (y|M,D, xt+1)× P (M |D,xt+1, y)





Cette expression est ensuite développée en exploitant la formule de Bayes :

ArgMax
xt+1∈U

∑

M∈M

[
P (M)× P (D|M)

P (D)
×
∑

y∈Y

[
P (y|M,D, xt+1)×

P (M)× P (D,xt+1, y|M)

P (D,xt+1, y)

]]

(5.1)
La distribution jointe P (D,xt+1, y) est décomposée comme suit :

P (D,xt+1, y) = P (D)× P (xt+1|D)× P (y|D,xt+1) (5.2)

L’exemple xt+1 est considéré comme étant tiré uniformément dans l’ensemble U , puis-
qu’a priori, tous les exemples non-étiquetés ont la même probabilité d’être sélectionnés.
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Les termes P (D) et P (xt+1|D) de l’Équation 5.1 restent donc constants lorsque que le
modèle M varie. Cette équation se réécrit comme suit :

ArgMax
xt+1∈U

∑

M∈M

[ A︷ ︸︸ ︷
P (M)× P (D|M)×

∑

y∈Y

[
P (y|M, D, xt+1)︸ ︷︷ ︸

C

×

B︷ ︸︸ ︷
P (M)× P (D, xt+1, y|M)

P (y|D, xt+1)︸ ︷︷ ︸
D

]]
× Cste

(5.3)

Le terme “A” de l’Équation 5.3 est déduit du critère Csemi super :

P (M)P (D|M) =
1

N
× 1

CI−1
N+I−1

×
I∏

i=1

1

CJ−1
Ni+J−1

×
I∏

i=1

[∏J
j=1 Nij!

Ni!
× Nu

i !
∏J

j=1 Nu
ij !

]

Le terme “B” est calculé de la même façon, en ajoutant le couple (xt+1, y) à l’ensemble
d’apprentissage T .

Le terme “C” est évalué par la prédiction du modèle M . Le modèle courant estime la
probabilité d’observer la classe y, connaissant l’exemple xt+1. Cette prédiction se base sur
la proportion des exemples étiquetés par la classe y, dans l’intervalle contenant l’exemple
xt+1.

Le terme “D” représente la probabilité d’observer la classe y, connaissant l’exemple
xt+1 et les données. Ce terme est difficile à évaluer car il n’implique aucun modèle particu-
lier. Pour évaluer ce terme, nous choisissons d’intégrer sur l’ensemble des modèles M ∈M.
En exploitant la formule de la probabilité totale [

∑
M ′∈M

P (M ′|D) = 1], nous pouvons
écrire :

P (y|D,xt+1) =
∑

M ′∈M

P (M ′|D)× P (y|D,M ′, xt+1)

P (y|D,xt+1) =
∑

M ′∈M

P (D|M ′)P (M ′)

P (D)
× P (y|D,M ′, xt+1)

La probabilité des données P (D) reste constante lorsque le modèle M varie. Finale-
ment, l’espérance de P (M |D,xt+1) est évaluée par le critère Cactif (xt+1) :

Cactif (xt+1) =
∑

M∈M

[

P (M)P (D|M)×
∑

y∈Y

[
P (y|M,D, xt+1)× P (M)× P (D,xt+1, y|M)∑

M ′∈M
P (M ′)× P (D|M ′)× P (y|D,M ′, xt+1)

]]

(5.4)
Cette expression est normalisée grâce au maximum a posteriori, de manière à limiter les

problèmes d’arrondis machine lors de son implémentation (voir annexe C). Notre stratégie
sélectionne l’exemple xt+1 ∈ U maximisant Cactif (xt+1).
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5.1.2 Illustration par un problème jouet

Cette section étudie le comportement de notre stratégie active sur un problème jouet.
L’expérience réalisée ici montre comment le critère Cactif (xt+1) sélectionne un exemple à
étiqueter parmi les éléments de l’ensemble U .

Considérons un problème de classification binaire uni-varié, dont les exemples d’ap-
prentissage sont caractérisés par une variable explicative comprise entre 0 et 1. Ce jeu
de données comporte trois parties distinctes. La partie “A” de la Figure 5.1 contient 40
exemples régulièrement répartis dans l’intervalle [0, 0.4]. Parmi ces 40 exemples, 5 sont
étiquetés par la classe “1” et sont régulièrement répartis dans l’intervalle [0, 0.4]. De la
même façon, la partie “C” contient 35 exemples non-étiquetés et 5 exemples de la classe
“2”. La partie “B” contient 20 exemples non-étiquetés. La Figure 5.1 représente ce jeu de
données.

x0 10.4 0.6

A B C

Fig. 5.1 – Problème jouet : • exemple de classe “1”, • exemple de classe “2”, les 90
exemples non-étiquetés ne sont pas représentés.

Dans le cadre de cette expérience, la famille de modèles M est restreinte aux modèles
comportant un ou deux intervalles. L’espérance de P (M |D,xt+1) est calculée pour chaque
exemple non-étiqueté xt+1 ∈ U . La Figure 5.2 trace la valeur du critère Cactif (xt+1) (axe
vertical) en fonction de la position de l’exemple xt+1 (axe horizontal). La valeur maxi-
male de la courbe de la Figure 5.2 désigne l’exemple à étiqueter. Dans le cadre de ce
problème jouet, notre stratégie sélectionne l’exemple qui se situe au milieu de la partie
“B”. L’expérience réalisée dans cette section montre que notre stratégie est valide et qu’elle
est capable d’exprimer une préférence sur l’exemple à étiqueter.

 0.28

 0.3

 0.32

 0.34

 0.36

 0.38

 0.4

 0.42

 0.44

 0.46

 0  0.2  0.4  0.6  0.8  1
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Fig. 5.2 – Espérance de P (M |D,xt+1) en fonction de la position de xt+1.
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5.2 Complexité et optimisation

Cette section présente une étude sur la complexité temporelle de notre stratégie d’ap-
prentissage actif. L’implémentation näıve de notre stratégie étant coûteuse en temps de
calcul, nous proposons ensuite des optimisations algorithmiques, permettant d’exploiter
notre stratégie en un temps raisonnable. Cette étude est restreinte au cas où : i) les modèles
de discrétisation incluent au plus deux intervalles ; ii) les exemples d’apprentissage sont
caractérisés par une seule variable explicative ; iii) le nombre de classes est fixé à deux. Ce
cadre théorique est cohérent avec l’objectif de ce chapitre : l’utilisation de notre stratégie
active dans le cadre du partitionnement dichotomique récursif de l’espace X.

5.2.1 Complexité temporelle initiale

Nous calculons ici l’ordre de grandeur maximal de la complexité de notre stratégie
active, lors de la sélection d’un seul exemple à étiqueter. Pour calculer l’espérance de
P (M |D,xt+1), la famille de modèles est parcourue deux fois. L’équation 5.4 comporte
deux sommes sur M. L’Algorithme 8 détaille le parcours exhaustif de M, et met en jeu
trois boucles imbriquées :

• parcours de toutes les coupures (N1, N2) possibles ;

• parcours de tous les effectifs (N11, N12) possibles, dans le premier intervalle ;

• parcours de tous les effectifs (N21, N22) possibles, dans le deuxième intervalle.

Notations :

• M(I, {Ni}, {Nij}), le modèle courant

• I = 2

• {Ni} = N1, N2

• {Nij} = N11, N12, N21, N22

Le parcours de M est défini comme suit :

Pour N1 de 0 à N faire
/*On a N2 = N − N1*/

Pour N11 de N l
11 à N1 −N l

12 faire

/*On a N12 = N1 − N11*/

Pour N21 de N l
21 à N2 −N l

22 faire

/*On a N12 = N1 − N11*/

Parcours de tous les modèles à deux intervalles, grâce au modèle courant
M(I, {Ni}, {Nij}).

Fin Pour
Fin Pour

Fin Pour

Algorithme 8: Parcours des modèles en O(N3)

Dans le pire des cas, chaque boucle comporte N itérations. La complexité du parcours
de la famille de modèles est donc de O(N3). L’équation 5.5 illustre la complexité totale de
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notre stratégie active. D’une part, les deux parcours de M sont imbriqués. D’autre part,
le parcours des exemples non-étiquetés a une complexité de l’ordre de O(N). Finalement,
la sélection de l’exemple xt+1 ∈ U maximisant Cactif (xt+1) a une complexité de l’ordre de
O(N7). Malgré le cas très simple considéré ici (I ≤ 2 et J = 2), la complexité temporelle
de notre stratégie active est très élevée, lorsque celle-ci est implémentée näıvement.

ArgMax
xt+1∈U︸ ︷︷ ︸
O(N)

∑

M∈M





P (M)P (D|M) ×
∑

y∈Y





P (y|M,D, xt+1)× P (M)× P (D,xt+1, y|M)∑

M ′∈M

P (M ′)× P (D|M ′)× P (y|D,M ′, xt+1)

︸ ︷︷ ︸
O(N3)









︸ ︷︷ ︸
O(N3)

(5.5)

La suite de cette section présente plusieurs optimisations permettant de réduire la
complexité de notre stratégie active. Les optimisations proposées ne dégradent pas le
calcul de Cactif (xt+1), le parcours de M étant toujours exhaustif.

5.2.2 Optimisation par parallélisation

Nous exploitons ici l’additivité de l’Équation 5.4 et l’indépendance de certains termes,
pour paralléliser les calculs nécessaires à l’évaluation du critère Cactif (xt+1).

Factorisation des calculs lors du parcours de M :
Ce paragraphe montre comment le parcours exhaustif de la famille de modèles M peut
être effectué une seule fois.

Cactif (xt+1) =
∑

M∈M





P (M)P (D|M) ×
∑

y∈Y





P (y|M,D, xt+1)× P (M)× P (D,xt+1, y|M)∑

M ′∈M

P (M ′)× P (D|M ′)× P (y|D,M ′, xt+1)

︸ ︷︷ ︸
A









(5.6)

La partie “A” de l’équation 5.6 dépend uniquement de la classe y ∈ Y et de l’instance
xt+1 ∈ U . Ce terme est indépendant du modèle M impliqué dans la première somme sur
M. L’Équation 5.6 peut être réorganisée de la manière suivante :
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Cactif (xt+1) =

[

A︷ ︸︸ ︷∑

M∈M

P (M)P (D|M)× P (y1|M,D, xt+1)× P (M)P (D,xt+1, y1|M)

∑

M ′∈M

P (M ′)P (D|M ′)× P (y1|D,M ′, xt+1)

︸ ︷︷ ︸
B

+

C︷ ︸︸ ︷∑

M∈M

P (M)P (D|M)× P (y2|M,D, xt+1)× P (M)P (D,xt+1, y2|M)

∑

M ′∈M

P (M ′)P (D|M ′)× P (y2|D,M ′, xt+1)

︸ ︷︷ ︸
D

]

(5.7)

Les termes “A”, “B”, “C” et “D” de l’équation 5.7 peuvent être calculés indépendamment
les uns des autres. Étant donné leur caractère additif, ces quatre termes sont calculés en
parallèle lors d’un unique parcours de la famille de modèles M. La complexité temporelle
de notre stratégie active se réduit alors à O(N4).

Factorisation des calculs lors du parcours de l’ensemble U :
Ce paragraphe montre comment les termes du type “P (M)P (D|M)”, représentés en gras
dans l’équation 5.7, peuvent être calculés une seule fois. Ces termes sont indépendants de
xt+1, et sont pourtant recalculés pour chaque exemple non-étiqueté. Ces étapes inutiles
sont évitées en parallélisant le calcul des termes “A”, “B”, “C” et “D”, lors d’un unique
parcours de l’ensemble U . Encore une fois, le caractère additif de l’équation 5.7 est exploité.

L’Algorithme (9) sélectionne l’exemple non-étiqueté maximisant Cactif (xt+1) en une
complexité de l’ordre de O(N4). Cet algorithme met en jeu quatre vecteurs de réels cor-
respondant aux termes “A”, “B”, “C” et “D” de l’Équation 5.7. Pour chaque vecteur,
chaque élément correspond à un exemple non-étiqueté particulier, caractérisé par l’indice
xID ∈ [1, Nu]. Les éléments de ces quatre vecteurs sont initialisés à 0 et sont ensuite
calculés en parallèle, lors du parcours de l’ensemble U . Les termes du type “P (M)” et
“P (M)P (D|M)” ne sont calculés qu’une seule fois. Une étape finale est nécessaire pour
calculer le critère Cactif (xt+1). Les parties “A”, “B”, “C” et “D” de l’équation 5.7 sont
assemblées, pour chaque exemple xt+1 ∈ U .
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Notations :

• M(I, {Ni}, {Nij}), le modèle courant

• I = 2

• {Ni} = N1, N2

• {Nij} = N11, N12, N21, N22

• 5 vecteurs de Nu réels initialisés à 0, dont chaque élément correspond à un exemple non-étiqueté
particulier caractérisé par l’indice xID ∈ [1, Nu]. À l’issue de cet algorithme, on a :

1. A[xID] = P (M)P (D|M)× P (y1|M, D, xID)× P (M)P (D, xID, y1|M)

2. B[xID] = P (M ′)P (D|M ′)× P (y1|D, M ′, xID)

3. C[xID] = P (M)P (D|M)× P (y2|M, D, xID)× P (M)P (D,xID, y2|M)

4. D[xID] = P (M ′)P (D|M ′)× P (y2|D, M ′, xID)

5. Cactif [xID] = E P(.|D)M∈M
[P (M |D, xID)]

Pour N1 de 0 à N faire
/*On a N2 = N − N1*/

Pour N11 de N l
11 à N1 −N l

12 faire

/*On a N12 = N1 − N11*/

Pour N21 de N l
21 à N2 −N l

22 faire

/*On a N12 = N1 − N11*/

/*Calcul de P (M) et P (M)P (D|M)*/

ProbModel = P (M)
ProbModelData = P (M)P (D|M)

Pour xID de 0 à N faire
/*Pour chaque instance xt+1 ∈ U*/

A[xID]←+ ProbModelData.P (y1|M, D, xt+1).P robModel.P (D, xt+1, y1|M)
B[xID]←+ ProbModelData.P (y1|D, M, xt+1)
C[xID]←+ ProbModelData.P (y2|M, D, xt+1).P robModel.P (D, xt+1, y2|M)
D[xID]←+ ProbModelData.P (y2|D, M, xt+1)

Fin Pour
Fin Pour

Fin Pour
Fin Pour

/*Sélection de l’exemple q ∈ U qui maximise Cactif*/

BestCactif ← 0
q ← ∅

Pour xID de 0 à N faire
/*Calcul final de l’espérance, pour chaque instance xt+1 ∈ U*/

Cactif [xID]← A[xID ]
B[xID ]

+ C[xID ]
D[xID]

/*Test de l’exemple courrant*/

Si Cactif [xID] > BestCactif Alors

BestCactif ← Cactif [xID]
q ← xID

Fin Si
Fin Pour

Algorithme 9: Calcul de Cactif (xt+1) ∀xt+1 ∈ U en O(N4)
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5.2.3 Optimisation du calcul de P (M)P (D, xt+1, y|M)

Le critère Csemi super exprime la quantité d’information d’un modèle conditionnellement
aux données, notée I(M |D) (Section 4.2.4, page 75). Ce critère est exploité par l’Algo-
rithme 9 pour calculer P (M)P (D|M) = e−I(M |D). Les termes “P (M)P (D,xt+1, y1|M)”
et “P (M)P (D,xt+1, y2|M)” sont calculés pour chaque modèle M ∈ M et pour chaque
exemple supplémentaire xt+1 ∈ U , muni de l’étiquette y1 ou y2. Nous montrons que les
termes “P (M)P (D,xt+1, y1|M)” et “P (M)P (D,xt+1, y2|M)” peuvent se déduire des cal-
culs effectués pour le terme “P (M)P (D|M)”. Nous démontrons que I(M |D,xt+1, y) =
∆ + I(M |D). Selon l’exemple supplémentaire xt+1, le terme ∆ peut prendre quatre va-
leurs différentes :

• L’exemple xt+1 appartient au premier intervalle du modèle M et y = y1 :

I(M |D,xt+1, y1) = log

(
Nh

1

Nh
11

)
+ I(M |D)

• L’exemple xt+1 appartient au premier intervalle du modèle M et y = y2 :

I(M |D,xt+1, y2) = log

(
Nh

1

Nh
12

)
+ I(M |D)

• L’exemple xt+1 appartient au deuxième intervalle du modèle M et y = y1 :

I(M |D,xt+1, y1) = log

(
Nh

2

Nh
21

)
+ I(M |D)

• L’exemple xt+1 appartient au deuxième intervalle du modèle M et y = y2 :

I(M |D,xt+1, y1) = log

(
Nh

2

Nh
22

)
+ I(M |D)

Démonstration.

Cette démonstration se restreint au cas de modèles à deux intervalles (I = 2), et à des
problèmes de classification binaire (J = 2).

I(M |D) = log(N) + log(CI−1
N+I−1) + log

(
(N1 + 1)!

Nh
1 !

)
+ log

(
(N2 + 1)!

Nh
2 !

)

+ log

(
Nh

11!

N11!

)
+ log

(
Nh

12!

N12!

)
+ log

(
Nh

21!

N21!

)
+ log

(
Nh

22!

N22!

)

Dans un premier temps, on suppose que l’exemple supplémentaire xt+1 est dans le
premier intervalle du modèle M et que cette instance est étiquetée par la classe y1.
Trois paramètres varient par rapport au calcul de I(M |D) :
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Nh
1 ← Nh

1 − 1
N l

11 ← N l
11 + 1

Nh
11 ← Nh

11 − 1

Dans ces conditions :

I(M |D,xt+1, y1) = log(N) + log(CI−1
N+I−1) + log

(
(N1 + 1)!

(Nh
1

− 1)!

)
+ log

(
(N2 + 1)!

Nh
2 !

)

+ log

(
(Nh

11
− 1)!

N11!

)
+ log

(
Nh

12!

N12!

)
+ log

(
Nh

21!

N21!

)
+ log

(
Nh

22!

N22!

)

Soit :

∆ = I(M |D,xt+1, y1)− I(M |D)

∆ = log
(

Nh
1 !×(Nh

11−1)!

(Nh
1 −1)!×Nh

11!

)

∆ = log
(

Nh
1

Nh
11

)

La démonstration est similaire pour les trois autres cas.

Les quatres situations possibles sont pré-calculées avant de parcourir l’ensemble des
exemples non-étiquetés. Pour chaque situation, le calcul de ∆ se substitue à l’évaluation
du critère Csemi super, ce qui est très avantageux d’un point de vue algorithmique. Le calcul
des termes “P (M)P (D,xt+1, y1|M)” et de “P (M)P (D,xt+1, y2|M)” se réduit au parcours
de l’ensemble U et au test déterminant l’intervalle auquel appartient l’exemple courant
xt+1 ∈ U . Cette optimisation réduit la complexité de notre stratégie active d’un terme
constant.

5.2.4 Optimisation du parcours des modèles

L’Algorithme (9) calcule P (M)P (D|M) = e−I(M |D) pour chaque modèle M ∈ M.
L’évaluation du terme “I(M |D)” est relativement coûteuse en temps de calcul, le critère
Csemi super impliquant des factoriels. Nous montrons ici que le terme “I(M |D)” peut être
déduit des calculs effectués pour le modèle précédent.

Boucle sur les (N21, N22) :
Trois boucles imbriquées sont mises en jeu dans l’Algorithme (9). Ici, nous considérons
la boucle faisant varier les paramètres (N21, N22). Le modèle courant est noté Mc et le
prochain modèle de la boucle est noté Mn. Nous démontrons la relation suivante :

I(Mn|D) = log

(
(Nh

21 + 1)×N22

(N21 + 1)×Nh
22

)
+ I(Mc|D)
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Boucle sur les (N11, N12) :
Ici, nous considérons la boucle faisant varier les paramètres (N11, N12). Comme précédemment,
nous démontrons la relation suivante :

I(Mn|D) = log

(
(Nh

11 + 1)×N12

(N11 + 1)×Nh
12

)
+ I(Mc|D)

Démonstration.

Soient Mc le modèle courant et Mn le prochain modèle de la boucle faisant varier les
paramètres (N21, N22) :

I(Mc|D) = log(N) + log(CI−1
N+I−1) + log

(
(N1 + 1)!

Nh
1 !

)
+ log

(
(N2 + 1)!

Nh
2 !

)

+ log

(
Nh

11!

N11!

)
+ log

(
Nh

12!

N12!

)
+ log

(
Nh

21!

N21!

)
+ log

(
Nh

22!

N22!

)

Entre deux itérations de la boucle, le modèle courant subit les modifications suivantes :

N21 ← N21 + 1
Nh

21 ← Nh
21 + 1

N22 ← N22 − 1
Nh

22 ← Nh
22 − 1

Nous pouvons calculer le terme I(Mn|D) :

I(Mn|D) = log(N) + log(CI−1
N+I−1) + log

(
(N1 + 1)!

Nh
1 !

)
+ log

(
(N2 + 1)!

Nh
2 !

)

+ log

(
Nh

11!

N11!

)
+ log

(
Nh

12!

N12!

)
+ log

(
(Nh

21 + 1)!

(N21 + 1)!

)
+ log

(
(Nh

22 − 1)!

(N22 − 1)!

)

Soit :
∆ = I(Mn|D)− I(Mc|D)

∆ = log
(

(Nh
21+1)!×N21!×(Nh

22−1)!×N22!

(N21+1)!×Nh
21!×(N22−1)!×Nh

22!

)

∆ = log
(

(Nh
21+1)×N22

(N21+1)×Nh
22

)

La démonstration pour la boucle sur les (N11, N12) est similaire.

L’optimisation du parcours des modèles réduit les calculs nécessaires à l’évaluation du
terme “I(M |D)”, pour l’ensemble des modèles M ∈M. Finalement, la complexité de notre
stratégie d’apprentissage actif reste en O(N4), mais est réduite d’un facteur constant. En
prenant en compte les optimisations présentées dans les Sections 5.2.3 et 5.2.4, le facteur
constant mesuré en pratique est supérieur à 5000.
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5.3 Évaluation

Disposant d’un algorithme efficace pour l’évaluation de Cactif (xt+1), nous pouvons
désormais mettre en œuvre notre stratégie active. Nous choisissons d’appliquer notre
stratégie active à l’estimation d’une fonction échelon à partir de données bruitées [Cas-
tro and Nowak, 2008], en raison du cadre théorique adopté dans ce chapitre (I ≤ 2 et
J = 2). Tout d’abord, nous définissons le problème d’apprentissage utilisé lors de nos
expériences. Une stratégie concurrente est ensuite présentée : la dichotomie probabiliste.
Cette approche est une stratégie de référence pour l’estimation d’une fonction échelon à
partir de données bruitées [Horstein, 1963]. Les expériences réalisées dans cette section
produisent deux types de résultats. Les résultats illustratifs montrent le comportement de
notre stratégie active, au cours des itérations successives d’un échantillonnage sélectif. Les
résultats comparatifs évaluent la performance de chaque stratégie, en fonction du nombre
d’exemples étiquetés. Les expériences menées dans cette section cherchent à caractériser
l’influence du bruit présent dans les données, sur les performances des stratégies actives.

5.3.1 Jeu de données

Le jeu de données utilisé lors de nos expériences comporte 100 exemples uniformément
distribués dans l’intervalle [0, 1]. Le domaine de définition de la variable explicative x

est divisé en deux intervalles [0, θ[ et [θ, 1], avec θ la position de l’échelon. L’objectif de
ce problème d’apprentissage est d’évaluer θ à partir de données bruitées. Les exemples
d’apprentissage de l’intervalle [0, θ] [respectivement ]θ, 1]] sont majoritairement étiquetés
par la classe “1” [respectivement par la classe “2”]. La probabilitié que l’étiquette d’un
exemple soit erronée est constante sur l’intervalle [0, 1] et est notée p ∈ [0, 0.5]. Lorsque
p = 0, les exemples d’apprentissage forment un échelon pur. Lorsque p = 0.5, les deux
classes sont complètement mélangées, l’estimation de θ est alors impossible. La Figure 5.3
illustre ce jeu de données et trace la probabilité d’observer la classe “1”, connaissant la
valeur de la variable explicative x.

1

1
x

0

P(y=1|x)

1−p

p

theta

Fig. 5.3 – Échelon bruité : cette figure représente la probabilité d’observer la classe “1”,
connaissant la valeur de la variable explicative x.
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5.3.2 Stratégies concurrentes

Notre stratégie active est comparée à deux autres stratégies de littérature : i)l’échantillon-
nage aléatoire ; ii) la dichotomie probabiliste.

Échantillonnage aléatoire

L’échantillonnage aléatoire sélectionne les exemples uniformément, selon leur distribution
de probabilité. Cette stratégie joue un rôle de référence et est utilisée pour mesurer l’apport
de notre approche basée sur la maximisation de l’espérance des modèles de discrétisation.

Dichotomie probabiliste

Notations :

• Pθ(x) la distribution de probabilité a priori de θ.

• p la probabilité qu’une étiquette soit erronée.

• Un échelon bruité, tel que l’intervalle [0, θ] [respectivement [θ, 1]] soit majoritairement
constitué d’exemples de la classe “1” [respectivement de la classe “2”].

• n le nombre d’exemples d’apprentissage souhaité.

• Les ensembles U et L d’exemples non étiquetés et étiquetés, avec L ∪ U = Φ

• L’ensemble d’apprentissage T avec |T | < n

/*initialisation des ensembles L et U*/

L = ∅ et U = Φ

/*initialisation de Pθ(x)*/

(I) Pθ(x)← 1
N
∀x ∈ Φ

Répéter
(A) Trouver l’exemple non-étiqueté x∗ ∈ U tel que :

∑
x∈[0,x∗] Pθ(x) = 1

2

(B) Demander l’étiquette f(x∗), ajouter (x∗, f(x∗)) à T et x∗ à L, retirer x∗ de U .
(C) Mettre à jour Pθ(x) tel que :
Si f(x∗) = 1 Alors

(i) Pθ(x)← 2.p.Pθ(x) ∀x ∈ [0, x∗]
(ii) Pθ(x)← 2.(1− p).Pθ(x) ∀x ∈]x∗, 1]

Fin Si
Si f(x∗) = 2 Alors

(iii) Pθ(x)← 2.(1− p).Pθ(x) ∀x ∈ [0, x∗]
(iv) Pθ(x)← 2.p.Pθ(x) ∀x ∈]x∗, 1]

Fin Si
Tant que |T | < n

Algorithme 10: Dichotomie probabiliste
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Dans le cas où p = 0, la dichotomie “classique” peut être utilisée pour trouver la
position θ en étiquetant un minimum d’exemples. À chaque itération d’un échantillonnage
sélectif, l’exemple qui se situe à mi-chemin des étiquettes “1” et “2” les plus proches est
sélectionné. Selon la valeur de la nouvelle étiquette, θ se situe à droite ou à gauche du
dernier exemple étiqueté. L’espace de recherche de θ est réduit environ de moitié à chaque
itération. Dans le cas où p > 0, la dichotomie classique ne converge pas sur la position θ,
certains exemples étant étiquetés par la mauvaise classe.

M. Horstein généralise la stratégie dichotomique au cas de données bruitées [Horstein,
1963]. Nous appelons cette stratégie : la dichotomie probabiliste. Cette approche suppose
que le niveau de bruit p est connu. La distribution de probabilité a priori de θ est définie,
et est notée Pθ(x).

L’Algorithme 10 présente la dichotomie probabiliste. Au début de l’algorithme, aucune
étiquette n’est disponible. La première étape (I) initialise la distribution Pθ(x) selon un
a priori uniforme. À chaque itération de l’Algorithme 10, l’étape A désigne l’exemple
à étiqueter. L’exemple non-étiqueté x∗ ∈ U qui “coupe” la distribution Pθ(x) en deux
parties égales est sélectionné. x∗ est l’exemple le plus proche de la médiane de Pθ(x), ce
qui s’écrit :

∑
x∈[0,x∗] Pθ(x) = 1

2 . L’étiquette f(x∗) est ensuite demandée à un expert (étape
B). Le couple (x∗, f(x∗)) est ajouté à l’ensemble d’apprentissage T . La distribution Pθ(x)
est mise à jour à chaque itération, selon la valeur de la nouvelle étiquette f(x∗) (étape C).
Cette étape prend également en considération le niveau de bruit p.
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5.3.3 Résultats illustratifs

Cette section illustre le comportement de notre stratégie active sur le problème d’ap-
prentissage défini à la Section 5.3.1. Les expériences réalisées montrent, pour chaque
exemple xt+1 ∈ U , l’évolution de Cactif (xt+1) au cours des itérations successives d’un
échantillonnage sélectif. Les exemples sélectionnés, ainsi que leurs étiquettes, sont représen-
tés. Deux cas sont traités ici : i) l’échelon pur (p = 0) ; ii) l’échelon bruité (p > 0). Dans
les deux cas la position de l’échelon est fixé à θ = 0.5.

Échelon pur :
La Figure 5.4 détaille la sélection d’exemples, lors des premières itérations d’un échantillon-
nage sélectif. Les courbes représentent1 Cactif (xt+1) (axe vertical), en fonction de la po-
sition de l’exemple supplémentaire xt+1 (axe horizontal). La valeur maximum de chaque
courbe est symbolisée par un petit triangle rouge, et correspond à la position de l’exemple
sélectionné à chaque itération. Les exemples de la classe “1” [respectivement “2”] sont sym-
bolisés par des points verts [respectivement bleus]. Au début de l’échantillonnage sélectif,
aucun exemple n’est étiqueté. Lors de la première itération (graphique “A” de la Figure
5.4), le critère Cactif (xt+1) est maximal pour xt+1 = 0 et xt+1 = 1. En cas d’égalité, un des
exemples est choisi de manière aléatoire. Finalement, l’exemple xt+1 = 1 est étiqueté par
la classe “2”. Lors de la deuxième itération (graphique “B” de la Figure 5.4), l’exemple
xt+1 = 0 est étiqueté par la classe “1”. La courbe de la troisième itération semble très
plate (graphique “C” de la Figure 5.4). Le critère Cactif (xt+1) est pourtant maximal en
deux points, la Figure 5.5 fait un zoom sur cette courbe et montre l’emplacement des
deux exemples candidats à l’étiquetage. Finalement, l’exemple xt+1 = 0.28 est sélectionné
et étiqueté par la classe “1”. À partir de 2 exemples étiquetés dans chaque classe, notre
stratégie adopte un comportement proche de la dichotomie. Sur les graphiques “E, F,
G, H” de la Figure 5.4, les exemples sélectionnés se situent quasiment à mi-chemin des
étiquettes “1” et “2” les plus proches. Notre stratégie converge à 0.5, après avoir étiqueté
9 exemples.

1L’espérance est normalisée de telle sorte que son maximum soit égale à 1.
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Fig. 5.4 – Visualisation des exemples étiquetés pour l’échelon pur. L’axe vertical représente
Cactif (xt+1) et l’axe horizontal correspond à position de xt+1.
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Fig. 5.5 – Zoom sur l’itération “C” de la Figure 5.4.

Échelon bruité :
La Figure 5.6 présente un scénario d’étiquetage impliquant un exemple dont l’étiquette est
erronée. Comme précédemment, les courbes tracent les valeurs du critère Cactif (xt+1), en
fonction de la position de l’exemple supplémentaire xt+1. Le graphique “A” de la Figure
5.6 correspond à la quatrième itération de l’échantillonnage sélectif. L’exemple maximisant
l’espérance de P (M |D,xt+1) est étiqueté de manière incorrecte. Cet exemple bruité est
symbolisé par un carré vert (xt+1 = 0.86). Lors des trois itérations suivantes (graphiques
“B, C, D” de la Figure 5.6), les exemples sélectionnés se situent à droite de l’exemple
bruité. Ce comportement est correct car pour le moment, rien ne laisse présager du bruit
présent dans les données. Notre stratégie cherche à affiner ce qu’elle croit être la position
de l’échelon. Au cours de ces trois itérations, les exemples sélectionnés se rapprochent
de l’exemple bruité. Sur le graphique “D” de la Figure 5.6, deux exemples contigus sont
étiquetés par des classes différentes (xt+1 = 0.86 et xt+1 = 0.88). À la 8ème itération
(graphique “E” de la Figure 5.6), un exemple de la classe “2” est étiqueté juste à gauche
de l’exemple bruité. À partir de cette itération, l’exemple bruité est détecté. Lors des
itérations suivantes (graphiques “F, G, H” de la Figure 5.6), notre stratégie continue
efficacement sa recherche dans le reste de l’espace. Le même type de comportement que
précédemment est observé (Figure 5.4). Cette expérience montre que notre stratégie se
comporte correctement face à des données bruitées. La position exacte du front montant
de l’échelon est déterminée en étiquetant 12 exemples.
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Fig. 5.6 – Visualisation des exemples étiquetés pour l’échelon bruité. L’axe vertical
représente Cactif (xt+1) et l’axe horizontal correspond à position de xt+1.
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5.3.4 Résultats comparatifs

Cette section présente plusieurs séries d’expériences comparatives, réalisées sur le
problème d’apprentissage présenté à la Section 5.3.1. La position de l’échelon est fixée à
θ = 0.675. L’objectif de ces expériences est de caractériser l’influence du bruit d’étiquetage
p sur les performances des stratégies actives. Lors de nos expériences, p varie entre 0 et
0.20. Les stratégies actives évaluées ici sont présentées à la Section 5.3.2.

Évaluation : deux modèles prédictifs possibles
L’évaluation des stratégies actives doit dépendre uniquement de la qualité des exemples
étiquetés. Toutes les stratégies sont évaluées en utilisant le même modèle prédictif. Seule
la sélection des exemples étiquetés a une influence sur la performance du modèle prédictif.
Les expériences présentées dans cette section impliquent deux modèles prédictifs :

A. le maximum a posteriori défini à la Section 4.2.4, qui inclut un ou deux intervalles ;

B. un modèle “dichotomique”, qui comporte toujours deux intervalles et dont la frontière
sépare la distribution Pθ(x) en deux parties équiprobables.

Dans le premier cas, le motif à découvrir n’est pas supposé être un échelon (I ≤ 2).
Le modèle prédictif a le choix de couper, ou non, le domaine de définition de la variable
explicative x. Le modèle prédictif évalue la position de la coupure, s’il y en a une. Dans
le deuxième cas, les données sont supposées être organisées selon deux intervalles (I = 2).
Le modèle prédictif cherche uniquement à évaluer la position de l’échelon.

La qualité des stratégies actives est évaluée grâce à l’AUC théorique du modèle prédictif,
en fonction du nombre d’exemples étiquetés. Nous calculons l’AUC théorique en expoitant
la position de l’échelon et la position de la borne prédite par le modèle de discrétisation
(Annexe A.d). Il s’agit d’un calcul exact qui ne dépend pas d’un ensemble de test.

Protocole expérimental :
Le protocole expérimental adopté est le suivant : i) les expériences sont répétées 100 fois,
de manière à obtenir une AUC moyenne et une mesure de variance pour chaque valeur
de |L| ; ii) au début de chaque expérience aucun exemple n’est étiqueté, L = ∅ ; iii) à
chaque itération de l’échantillonnage sélectif, un exemple est sélectionné puis étiqueté ; iv)
les expériences s’arrêtent lorsque |L| = 20.

Trois cas possibles pour la dichotomie probabiliste :

À la différence des autres stratégies évaluées, la dichotomie probabiliste est renseignée du
niveau de bruit p. Lors de nos expériences, trois cas sont envisagés :

a. la dichotomie probabiliste est correctement renseignée du niveau bruit p, ce dernier
variant dans l’intervalle [0, 0.20] ;

b. la dichotomie probabiliste est renseignée par un niveau de bruit nul, noté pfalse = 0,
alors que le bruit d’étiquetage p varie dans l’intervalle [0, 0.20] ;

c. la dichotomie probabiliste est renseignée par une valeur erronée du bruit, tel que
pfalse ∈ [0, 0.20], le bruit d’étiquetage p étant nul.
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A Évaluation : le modèle prédictif employé est le Mmap

Ici, les stratégies sont évaluées grâce au maximum a posteriori défini à la Section 4.2.4. La
famille de modèles M est restreinte au cas où I ≤ 2.

A.a Cas où la dichotomie probabiliste est correctement renseignée du niveau bruit :
La Figure 5.7 trace l’AUC moyenne observée sur 100 expériences (axe vertical) en fonc-
tion du nombre d’exemples étiquetés (axe horizontal). Les moustaches sur les courbes
représentent la variance des résultats (±2σ). Les graphiques de la Figure 5.7 correspondent
à quatre niveaux de bruit différents.
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Fig. 5.7 – Performance moyenne des stratégies actives vs. le nombre d’exemples étiquetés.
Cas où la dichotomie probabiliste est correctement renseignée du niveau de bruit

Considérons dans un premier temps le cas où le bruit d’étiquetage est nul (p = 0). La
stratégie aléatoire présente une AUC constante, égale à 0.5, lorsque le nombre d’exemples
étiquetés est inférieur à 12 (courbe rouge). Dans ce cas, le maximum a posteriori com-
porte un seul intervalle et estime les distributions conditionnelles aux classes de manière
uniforme. Lorsque suffisamment d’exemples sont étiquetés pour produire unMmap à deux
intervalles (|L| > 12), la stratégie aléatoire progresse et atteint une AUC de 0.95 à la fin
de l’expérience.

Notre stratégie basée sur la maximisation de l’espérance de P (M |D,xt+1) présente
deux caractéristiques intéressantes (courbe verte) : i) cette stratégie est plus performante
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que l’aléatoire quelque soit le nombre d’exemples étiquetés ; ii) cette stratégie requiert
moins d’exemples étiquetés que l’aléatoire pour produire un modèle optimal à deux in-
tervalles (l’AUC est supérieure à 0.5, pour |L| > 10). Finalement, notre stratégie se com-
porte honorablement et atteint la performance optimale (AUC=1) après avoir étiqueté 15
exemples.

Comme la stratégie aléatoire, la dichotomie probabiliste présente une AUC égale à 0.5
lorsque le nombre d’exemples étiquetés est inférieur à 12 (courbe bleue). Cette stratégie
progresse ensuite très rapidement, et atteint la performance optimale dès que le Mmap

inclue deux intervalles (|L| = 13). Dans le cas d’un bruit d’étiquetage nul, la dichothomie
probabiliste est la stratégie la plus performante.

Lorsque le niveau de bruit augmente (p = 0.05, p = 0.10, p = 0.15), les performances
des trois stratégies diminuent. Notre stratégie reste plus performante que la stratégie
aléatoire, pour p = 0.05 et p = 0.10. La dichotomie probabiliste se dégrade très nettement
lorsque p crôıt. Plus le bruit d’étiquetage augmente, plus le nombre d’exemples étiquetés
nécessaires à l’obtention d’unMmap à deux intervalles est important.

Les expériences réalisées dans ce paragraphe montrent que notre stratégie active est
plus performante que la dichotomie probabiliste, lorsque leMmap est employé en tant que
modèle prédictif. Les expériences présentées ici sont pourtant favorables à la dichotomie
probabiliste, car le niveau de bruit p est connu.

A.b Cas où la dichotomie probabiliste est renseignée par un niveau de bruit nul :
Comme précédemment, la Figure 5.8 compare les performances des stratégies actives en
fonction du nombre d’exemples étiquetés. Dans la pratique, le niveau de bruit p n’est pas
nécessairement connu. Dans ce paragraphe la dichotomie probabiliste est renseignée d’un
niveau de bruit nul, alors que p varie.

Lorsque p = 0.05, la dichotomie probabiliste se comporte comme précédement (courbes
bleues) : i) l’AUC est égale à 0.5 pour |L| ≤ 12 ; ii) l’AUC est égale à 1 pour |L| >

12. Pour p = 0.10, la dichotomie probabiliste adopte un comportement différent. Au
cours de l’échantillonnage sélectif, les performances duMmap augmentent dans un premier
temps, puis chutent de manière drastique. Il s’agit d’un comportement pathologique dû
au fait que les étiquettes découvertes sont particulièrement mélangées. Aprés avoir formé
deux intervalles pour |L| = 12, le Mmap comporte de nouveau un unique intervalle pour
|L| > 15. Lorsque le niveau de bruit est supérieur à 0.10, les exemples sélectionnés par
la dichothomie probabiliste ne permettent pas la construction d’un Mmap incluant deux
intervalles.

Les expériences présentées dans ce paragraphe montrent que les exemples sélectionnés
par la dichotomie probabiliste ne sont pas adaptés à la construction du Mmap, cette
stratégie étant renseignée par un niveau de bruit nul. Une fois encore, notre stratégie offre
de meilleures performances que la dichotomie probabiliste.
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Fig. 5.8 – Performance moyenne des stratégies actives vs. le nombre d’exemples étiquetés.
Cas où la dichotomie probabiliste est renseignée d’un niveau de bruit nul
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A.c Cas où la dichotomie est renseignée par pfalse ∈ [0, 0.20], alors que p = 0 :
Ici, la dichotomie probabiliste est renseignée par un niveau de bruit erroné, noté pfalse,
le véritable niveau de bruit p étant nul. La Figure 5.9 compare les performances des
stratégies actives en fonction du nombre d’exemples étiquetés. Les expériences réalisées
dans ce paragraphe montrent que les performances de la dichotomie probabiliste diminuent
fortement lorsque la valeur de pfalse augmente. Pour une valeur de pfalse supérieure à 0.10,
le modèle optimal comporte un seul intervalle quel que soit le nombre d’exemples étiquetés
compris entre 1 et 20.

Notre stratégie active basée sur la maximisation de l’espérance de P (M |D,xt+1) est
performante, sans être renseignée du niveau de bruit présent dans les données. Cela consti-
tue un avantage majeur sur la dichotomie probabiliste. De plus, notre stratégie ne fait pas
l’hypothèse que les données sont organisées selon deux intervalles et considère l’éventualité
de données complétement mélangées.
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Fig. 5.9 – Performance moyenne des stratégies actives vs. le nombre d’exemples étiquetés.
Cas où la dichotomie probabiliste est renseignée d’un niveau de bruit erroné.
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B Évaluation : utilisation du modèle dichotomique
Dans cette section, les stratégies actives sont évaluées grâce au modèle dichotomique, qui
comporte toujours deux intervalles et dont la frontière sépare la distribution Pθ(x) en
deux parties équiprobables. Ici, la famille de modèles M est restreinte au cas où I = 2. Les
stratégies actives font donc l’hypothèse que les données sont organisées selon deux inter-
valles. L’échantillonnage aléatoire n’est pas évalué lors de cette expérience. Les exemples
étiquetés étant choisis de manière aléatoire, la mise à jour de Pθ(x) (étape “C” de l’Algo-
rithme 10) ne permet pas la convergence de la borne prédite vers la position de l’échelon,
notée θ.

B.a Cas où la dichotomie probabiliste est correctement renseignée du niveau bruit :
Nous considérons ici le cas où la dichothomie probabiliste est correctement renseignée
du niveau bruit p. La Figure 5.10 trace la performance des stratégies actives en fonc-
tion du nombre d’exemples étiquetés, pour différentes valeurs de p. Lorsque le niveau de
bruit est inférieur à 0.15, la dichotomie probabiliste et la maximisation de l’espérance de
P (M |D,xt+1) présentent des performances équivalentes. Notre stratégie est légérement
moins performante que sa concurrente, pour |L| ∈ [3, 6]. Lorsque p ≥ 0.15, notre stratégie
est moins performante que la dichotomie probabiliste. Cette expérience met en évidence
un léger avantage pour la dichotomie probabiliste, lorsque le niveau de bruit est connu.
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Fig. 5.10 – Performance moyenne des stratégies actives vs. le nombre d’exemples étiquetés.
Cas où la dichotomie probabiliste est correctement renseignée du niveau de bruit
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B.b Cas où la dichotomie probabiliste est renseignée par un niveau de bruit nul :
Lors des expériences présentées ici, la dichothomie probabiliste est renseignée d’un bruit
nul, alors que p varie entre 0.05 et 0.35. Comme précédemment, la Figure 5.11 compare
les performances des stratégies actives en fonction du nombre d’exemples étiquetés.

Au cours de l’échantillonnage sélectif, les performances de la dichothomie probabiliste
augmentent dans un premier temps, puis chutent de manière radicale. Ce phénomène est
observé pour toutes les valeurs du niveau de bruit considérées. La dichotomie probabiliste
converge vers un modèle de discrétisation qui place tous les exemples étiquetés dans le
même intervalle, le deuxième intervalle du modèle étant vide. Cela explique la dégradation
des performances de cette stratégie, lorsque |L| augmente.

Notre stratégie basée sur la maximisation de l’espérance de P (M |D,xt+1) offre de
meilleures performances que la dichotomie probabiliste, lorsque celle-ci est renseignée par
un bruit nul. La Figure 5.11 montre que notre approche est relativement robuste au bruit
d’étiquetage.

 0.5

 0.6

 0.7

 0.8

 0.9

 1

 1.1

 1.2

 0  5  10  15  20

A
U

C
 m

oy
en

ne
 +

 v
ar

ia
nc

e

|L|

P = 0.05 Esperance + MD
Dichotomie + MD

 0.5

 0.6

 0.7

 0.8

 0.9

 1

 1.1

 1.2

 0  5  10  15  20

A
U

C
 m

oy
en

ne
 +

 v
ar

ia
nc

e

|L|

P = 0.15 Esperance + MD
Dichotomie + MD

 0.5

 0.6

 0.7

 0.8

 0.9

 1

 1.1

 1.2

 0  5  10  15  20

A
U

C
 m

oy
en

ne
 +

 v
ar

ia
nc

e

|L|

P = 0.25 Esperance + MD
Dichotomie + MD

 0.5

 0.6

 0.7

 0.8

 0.9

 1

 1.1

 1.2

 0  5  10  15  20

A
U

C
 m

oy
en

ne
 +

 v
ar

ia
nc

e

|L|

P = 0.35 Esperance + MD
Dichotomie + MD

Fig. 5.11 – Performance moyenne des stratégies actives vs. le nombre d’exemples étiquetés.
Cas où la dichotomie probabiliste est renseignée d’un niveau de bruit nul
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B.c Cas où la dichotomie est renseignée par pfalse ∈ [0, 0.20], alors que p = 0 :
Ici, la dichotomie probabiliste est renseignée par un niveau de bruit erroné, noté pfalse,
le véritable niveau de bruit p étant nul. La Figure 5.12 compare les performances des
stratégies actives en fonction du nombre d’exemples étiquetés. Les expériences présentées
dans ce paragraphe montrent que pour pfalse > 0.05, les performances de la dichotomie
probabiliste sont affectées. Cette tendance se confirme lorsque pfalse augmente. Notre
stratégie est performante, car elle ne requiert pas d’être renseignée du niveau de bruit
présent dans les données.
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Fig. 5.12 – Performance moyenne des stratégies actives vs. le nombre d’exemples étiquetés.
Cas où la dichotomie probabiliste est renseignée d’un niveau de bruit erroné.

Conclusion : Les expériences présentées dans cette section comparent notre stratégie
basée sur le maximisation de l’espérance de P (M |D,xt+1) à une stratégie de référence :
la dichotomie probabiliste. Ces expériences montrent que notre approche est plus per-
formante que la dichotomie probabiliste, lorsque celle-ci est mal renseignée du niveau de
bruit présent dans les données. Deux modèles prédictifs ont été envisagés : A) le Mmap,
qui ne fait pas l’hypothèse que les données sont organisées selon deux intervalles et qui
considère l’éventualité de données complétement mélangées ; B) le modèle dichothomique,
qui comporte toujours deux intervalles et qui fait l’hypothèse que le motif à découvrir est
constitué de deux intervalles. Dans les deux cas, les résultats obtenus sont similaires.
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5.4 Discussion

Ce chapitre présente une stratégie active originale basée sur la méthode de discrétisation
semi-supervisée définie au Chapitre 4. Le cadre théorique exploité dans ce chapitre se res-
treint aux données unidimensionnelles et aux modèles de discrétisation comportant un ou
deux intervalles. Notre stratégie active pourrait être exploitée pour améliorer la stratégie
d’apprentissage actif par modèles locaux présentée au Chapitre 3. L’objectif serait de
sélectionner, localement à la meilleure zone, l’exemple le plus utile à l’apprentissage du
modèle local. La mise en œuvre de notre stratégie active dans le cadre d’un apprentissage
actif par modèles locaux n’est pas réalisée dans cette thèse, et fait partie des futurs travaux
envisageables.

Notre stratégie active consiste à sélectionner l’exemple non-étiqueté qui maximise
l’espérance de la probabilité des modèles de discrétisation, connaissant les données et
un exemple suplémentaire noté xt+1. Notre démarche aboutit à un critère d’optimisation,
noté Cactif (xt+1). Nous proposons plusieurs optimisations algorithmiques permettant d’ex-
ploiter notre stratégie active en un temps raisonnable. Enfin, notre approche est évaluée
et comparée favorablement à une stratégie de référence : la dichotomie probabiliste.

L’étude comparative réalisée à la Section 5.3.4 montre que notre stratégie active est
plus performante que la dichotomie probabiliste, lorsque le niveau de bruit présent dans les
données n’est pas connu. Les deux approches donnent des résultats comparables lorsque
le niveau de bruit est connu. Ce résultat est très encourageant et ouvre nos travaux à
d’autres domaines d’application, comme par exemple les arbres de décision [Safavian and
Landgrebe, 1991].

Un arbre de décision a pour but d’estimer la probabilité des classes y ∈ Y condition-
nellement aux exemples x ∈ X. Pour ce faire, l’espace des variables d’entrée est partitionné
récursivement. Chaque feuille de l’arbre correspond à une zone de l’espace X. Lors de la
construction d’un arbre, deux décisions sont prises localement à chacun des nœuds : i)
le choix de la variable à discrétiser ; ii) la discrétisation de la variable sélectionnée. Le
critère utilisé pour prendre ces deux décisions caractérise généralement le gain de pureté
réalisé lors du parcours d’un nœud. Il existe un grand nombre de critères fondés sur la
théorie de l’information et sur des tests statisques, commme par exemple l’entropie de
Shannon [Shannon, 1948] ou encore le critère du Gini. Il existe également des approches
qui évaluent les corrélations existant entre les variables explicatives et la variable cible,
comme par exemple les approches basées sur le test du χ2 [Kerber, 1991]. L’approche
de discrétisation MODL peut être exploitée pour la construction d’un arbre de décision.
Une solution näıve consiste à répéter la discrétisation d’une variable récursivement dans
chaque intervalle du modèle optimal. L’arbre ainsi constitué présente le désavantage de sur-
apprendre les données d’apprentissage. Dans ce cas, les feuilles de l’arbre contiennent peu
d’exemples et les prédictions réalisées sont mauvaises en généralisation. Pour pallier cette
difficulté il est nécessaire d’évaluer les arbres de manière globale, en prenant en compte le
coût de leur structure. Un nouveau critère d’évaluation permettant de sélectionner, parmi
tous les arbres possibles, l’arbre le plus probable connaissant les données pourrait être
défini. Ce critère devrait faire le compromis entre la qualité statistique des arbres et leur
qualité prédictive. Classiquement, les arbres de décision sont des approches dédiées à l’ap-
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prentissage supervisé. La méthode de discrétisation proposée au Chapitre 4 pourrait être
exploitée pour la construction d’un arbre de décision semi-supervisé.

Des techniques incrémentales permettent la construction d’arbres de décision en pre-
nant en compte des données d’apprentissage qui s’enrichissent itérativement [Utgoff, 1989].
Certaines de ces approches, comme par exemple ID5R, sont capables de remettre en cause
des nœuds construits lors des itérations précédentes. Dans le cas général, ces méthodes
ne permettent pas la sélection des nouveaux exemples à étiqueter. Un arbre binaire actif
pourrait être défini grâce au critère Cactif présenté dans ce dernier chapitre. Le critère
Cactif désignerait, localement à chacune des feuilles, l’exemple qui maximise l’espérance de
P (M |D,xt+1). Des travaux futurs sur un arbre actif, exploitant l’apprentissage actif par
modèles locaux (Chapitre 3), pourraient être réalisés.

Le critère d’optimisation Cactif (xt+1) ne présente aucune limite théorique pour le traite-
ment de données multi-classes (J > 2) caractérisées par plusieurs variables (dim(X) > 1).
En pratique, notre stratégie active est limitée par sa complexité algorithmique. Le par-
cours de l’ensemble des modèles de discrétisation lors de l’évaluation de l’espérance de
P (M |D,xt+1) est une étape coûteuse en temps de calcul. Cette difficulté pourrait être
contournée par l’échantillonnage de la famille de modèles M. Des travaux futurs pour-
raient étendre notre stratégie active à des problèmes d’apprentissage plus complexes, par
exemple en exploitant une méthode du type “monte carlo markov chain” [Robert, 2006]

pour échantillonner la famille de modèles M.
La stratégie active présentée dans ce chapitre est fondée sur notre approche de discréti-

sation semi-supervisée (Chapitre 4). La méthode de discrétisation supervisée MODL pour-
rait être exploitée pour évaluer le critère Cactif (xt+1). L’influence du choix de la méthode
de discrétisation (supervisée ou semi-supervisée) sur les performances de notre stratégie
active devrait être étudiée lors de travaux futurs.
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Chapitre

Conclusion générale

La particularité des stratégies d’apprentissage actif réside dans leur capacité à interagir
avec leur environnement. L’objectif de ces stratégies est de sélectionner les exemples non-
étiquetés les plus aptes à améliorer un modèle prédictif. Les exemples sélectionnés sont
ensuite étiquetés par un expert, moyennant un coût. Les méthodes d’apprentissage actif
ont pour but commun de réduire le coût d’étiquetage, nécessaire à l’apprentissage d’un
modèle prédictif. Dans cette thèse, nous adoptons le point de vue de l’échantillonnage
sélectif, où les stratégies actives ne sont pas autorisées à générer de nouveaux exemples.
Parmi les problèmes d’apprentissage existant, nous choisissons de traiter uniquement les
problèmes de classification. La finalité de nos travaux est de proposer une stratégie active
innovante par rapport à l’état-de-l’art (Chapitre 2).

Les stratégies actives de la littérature utilisent souvent des modèles prédictifs globaux
à tout l’espace d’entrée. L’idée défendue dans cette thèse est de partitionner cet espace
et d’entrâıner des modèles localement à chacune des zones. La sélection des exemples
à étiqueter est réalisée en mettant en compétition les modèles locaux. Le modèle local
qui progresse le plus désigne la zone de l’espace la plus intéressante pour l’étiquetage de
nouveaux exemples. La curiosité adaptative a été adaptée avec succès à l’échantillonnage
sélectif et est utilisée en tant que stratégie active pour résoudre des problèmes de classifi-
cation (Chapitre 3). Nous avons amélioré cette stratégie issue de la robotique en proposant
un nouveau critère de sélection de zones plus performant et plus simple à mettre œuvre
que l’original. Notre stratégie d’apprentissage actif par modèles locaux a été comparée à
d’autres stratégies de la littérature, et offre de très bonnes performances. Notre critère de
sélection de zone ajuste le compromis entre l’exploitation des exemples déjà étiquetés et
l’exploration des données, par le biais d’un paramètre. Ce critère constitue un premier pas
vers la réduction du nombre de paramètres utilisateur que requière la curiosité adaptative.
L’unique paramètre de notre critère se substitue à l’évaluation des progrès des modèles
locaux, impliquant une mesure de performance et la dérivation de cette performance sur
une fenêtre temporelle.

Les travaux réalisés ensuite ont pour objectif d’améliorer notre stratégie d’apprentis-
sage actif par modèles locaux en rendant automatiques les décisions relatives au partition-
nement d’une zone : i) quand couper une zone ; ii) ou couper la zone. Nous choisissons
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d’exploiter une méthode de discrétisation supervisée, basée sur un formalisme Bayésien. La
méthode MODL est particulièrement intéressante pour l’apprentissage actif par modèles
locaux, puisqu’elle n’est pas assujettie au sur-apprentissage, qu’elle est très robuste et
non-paramétrique. Le principal inconvénient de cette méthode est qu’elle n’exploite pas
les exemples non-étiquetés, qui sont pourtant abondants lors d’un échantillonnage sélectif.
L’extension de l’approche MODL au cas de l’apprentissage semi-supervisé constitue un des
apports majeurs de cette thèse (Chapitre 4). Plusieurs résultats théoriques importants sont
établis lors d’une étude approfondie de notre méthode de discrétisation semi-supervisée.
Nous montrons que la prise en compte des exemples non-étiquetés dans la définition du
prior n’est pas informative. Nous montrons également que notre approche semi-supervisée
est asymptotiquement équivalente à l’approche supervisée, munie d’un post-traitement sur
la position des bornes du modèle optimal. Dans notre cas, le meilleur moyen d’exploiter
les exemples non-étiquetés est d’utiliser l’approche supervisée, puis de placer les bornes
du modèle optimal au milieu des zones non-étiquetées. Ce résultat montre que, malgré les
hypothèses faiblement informatives adoptées sur les données, les exemples non-étiquetés
apportent de l’information utile à la discrétisation.

Notre stratégie d’apprentissage actif par modèles locaux définit les zones de l’espace
des variables d’entrées où l’étiquetage de nouveaux exemples est le plus utile à l’appren-
tissage des modèles locaux. Les exemples étiquetés sont choisis de manière aléatoire dans
les zones sélectionnées. Cette stratégie peut être améliorée en sélectionnant, localement à
la meilleure zone, l’exemple qui est le plus utile à l’apprentissage du modèle local. Pour ce
faire, nous proposons une stratégie originale d’apprentissage actif fondée sur notre méthode
de discrétisation semi-supervisée (Chapitre 5). Cette stratégie sélectionne l’exemple non-
étiqueté qui maximise l’espérance de la probabilité des modèles de discrétisation, connais-
sant les données. Nous proposons plusieurs optimisations algorithmiques permettant d’ex-
ploiter notre stratégie active en un temps raisonnable. Enfin, notre approche est évaluée
et comparée favorablement à une autre stratégie active de la littérature : la dichotomie
probabiliste [Horstein, 1963]. Ce résultat est très encourageant et ouvre nos travaux à
d’autres heuristiques, qui exploitent elles aussi une méthode dichotomique et des données
bruitées.

Les travaux réalisés dans les Chapitres 4 et 5 n’ont pas encore été exploités dans la
cadre d’un apprentissage actif par modèles locaux. Notre méthode de discrétisation semi-
supervisée pourrait être utilisée pour décider “ou” et “quand” couper une zone. Notre
stratégie active maximisant l’espérance de la probabilité des modèles de discrétisation
connaissant les données pourrait être utilisée pour sélectionner, localement à la meilleure
zone, l’exemple le plus utile à l’apprentissage du modèle local. Ces deux améliorations
possibles de l’apprentissage actif par modèles locaux font partie des futurs travaux en-
visageables. La méthode de discrétisation semi-supervisée présentée au Chapitre 4 a été
élaborée dans un cadre théorique restreint : i) les modèles de discrétisation incluent un ou
deux intervalles ; ii) les données sont caractérisées par une seule variable explicative. Des
travaux futurs pourraient étendre les démonstrations réalisées dans cette thèse au cas des
modèles multi-intervalles, et au cas de données caractérisées par plusieurs variables. La
stratégie active présentée au Chapitre 5 peut également être améliorée. Le critère d’optimi-
sation Cactif (xt+1) ne présente aucune limite théorique pour les problèmes multi-classes et
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pour les données caractérisées par plusieurs variables. Pour réduire la complexité de notre
approche, le parcours de l’ensemble des modèles de discrétisation pourrait être effectué de
manière non-exhaustive, en échantillonnant la famille de modèles.
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Chapitre

Annexes

A Critères d’évaluation

Cette Annexe présente les critères utilisés dans cette thèse pour évaluer les stratégies
d’apprentissage actif. La Section A.a introduit l’aire sous la courbe de ROC (AUC). Ce
critère est capable d’évaluer la qualité d’un modèle prédictif en exploitant un ensemble de
test. La Section A.b présente un algorithme efficace pour l’évaluation de l’AUC. La Section
A.c définit une mesure de déficit basée sur l’AUC. Ce critère compare une stratégie active
à l’échantillonnage aléatoire, sur l’intégralité d’un jeu de données (quel que soit le nombre
d’exemples étiquetés). Dans la Section A.d, nous présentons le calcul théorique de l’AUC
dans le cas d’un modèle de discrétisation comportant exactement deux intervalles. Ce
calcul est basé sur la position de la meilleure borne qui est supposée être connue, et ne
nécessite pas d’ensemble de test.

A.a Présentation de l’AUC

Cette section présente l’aire sous la courbe de ROC, aussi appelée AUC. Ce critère
évalue la qualité d’un modèle prédictif, en se basant sur un ensemble de test.

Courbe de ROC :
Pour introduire les courbes de ROC, nous considérons un problème de classification binaire.
Chaque instance de ce problème de classification appartient à la classe y1 ou à la classe y2.
Un classifieur est entrâıné sur des données d’apprentissage T , l’objectif est d’évaluer les
performances de ce modèle prédictif sur un ensemble de test. La matrice de confusion (voir
figure A.a) compte pour chacune des classes le nombre d’instances bien classées et mal
classées, sur l’ensemble de test. Les valeurs de la diagonale de cette matrice représentent
les décisions correctes prises par le modèle prédictif, les autres valeurs représentent les
erreurs de prédiction.

Les courbes de ROC sont tracées dans un espace à deux dimensions, l’axe des ordonnées
représente le taux de prédictions correctes et l’axe des abscisses représente le taux de
prédictions erronées. Une courbe de ROC peut être interprétée comme le “profit” (les y1

bien classés) en fonction du “coût” (les y1 mal classés) propre au modèle prédictif.
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y1 y2

prédit y1 y1 classés y1 y2 classés y1

prédit y2 y2 classés y1 y2 classés y1

Fig. A.a – Matrice de confusion

Nous supposons ici que la valeur de sortie du modèle prédictif estime la probabilité
qu’un exemple soit de la classe y1. La prédiction de la classe d’un exemple est réalisée en
comparant la sortie du modèle à un seuil de décision. Pour chaque valeur du seuil, une
matrice de confusion peut être construite, et un point peut être tracé dans l’espace de
représentation des courbes de ROC. Une courbe de ROC est tracée en faisant varier le
seuil de décision.
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Fig. A.b – Espace de représentation des courbes de ROC

La Figure A.b illustre l’espace de représentation des courbes de ROC. Les courbes
tracées sur cette figure représentent l’ensemble des modèles optimaux et l’ensemble des
modèles aléatoires. Pour illustrer ceci, quelques points de la figure peuvent être commentés.
Le point (0, 0) représente le classifieur qui prédit toujours la mauvaise classe (y2), puisque
aucune “détection” de y1, ni de fausses alertes ne sont détectées. Le point (1, 1) représente
quant à lui un modèle qui prédit toujours la bonne classe. La stratégie aléatoire prédit
la classe y1 une fois sur deux et est représentée par le point (0.5, 0.5). Dans le cas où les
classes sont équilibrées, ce modèle commet 50% de fausses alertes et fait 50% de bonnes
prédictions. Enfin le point (0, 1) représente un modèle qui ne se trompe jamais.

Les courbes de ROC sont des courbes en escalier, car elles sont construites à partir
d’un ensemble fini d’exemples de test. En effet, les nouvelles instances prises en compte
lorsqu’on augmente le seuil de décision sont soit des fausses alertes, ce qui dessine le “plat”
d’une marche, soit des alertes avérées, ce qui dessine le “front montant” d’une nouvelle
marche.

Calcul de l’AUC :
Les courbes de ROC représentent les performances d’un modèle prédictif dans un espace
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à deux dimensions. Pour comparer plusieurs modèles, il est nécessaire de “résumer” les
courbes de ROC en une valeur scalaire. Une méthode classique pour réaliser cela est
d’intégrer l’aire sous la courbe de ROC, cette mesure est appelée l’AUC (Area Under
ROC Curves) [Bradley, 1997]. L’AUC peut être vue comme une proportion de l’espace
de description des courbes de ROC. En se reportant à la Figure A.b il apparâıt que
cette aire est comprise entre 1 (si le modèle est parfait) et 1

2 (si le modèle est aléatoire).
L’AUC a des propriétés statistiques intéressantes [Fawcett, 2003], cette mesure correspond
à la probabilité que le modèle attribue une probabilité plus importante à un exemple de
classe y1 qu’à un exemple de classe y2, ces exemples étant tirés de manière aléatoire dans
l’ensemble de test [Hanley and McNeil, 1982]. L. Breiman montre [Breiman et al., 1984]

que l’AUC est liée au critère de Gini par la relation suivante : Gini+1 = 2.AUC. L’annexe
A.b présente un algorithme [Fawcett, 2003] efficace qui calcule l’AUC en une complexité
de l’ordre de O(n log n), avec n le nombre d’exemples de l’ensemble de test.

Cas des problèmes multi-classes :
Lorsque le nombre de classes augmente, la matrice de confusion devient une matrice carrée
de dimension |Y|×|Y|, avec |Y| le nombre de classes. Les Y valeurs de la diagonale principale
correspondent aux classifications correctes et les Y

2 − Y autres valeurs représentent les
classifications erronées sur l’ensemble de test. Il est difficile de représenter sur un même
graphique le taux de bonne classification d’une classe en fonction des erreurs commises
pour chacune des classes. Si la définition des courbes de ROC reste inchangée, l’espace de
représentation contient Y

2 − Y dimensions. Pour des problèmes multi-classes, nous nous
ramènerons au cas de la classification binaire.

Dans la pratique, Y courbes de ROC sont manipulées. Pour construire une courbe de
ROC, une meta-classe cible Y1 = yi est considérée, toute les autres classes sont regroupées
et constituent la deuxième meta-classe Y2 =

⋃m
j=1 , j 6=i yj . Nous nous ramenons au cas d’une

matrice de confusion de dimension 2 × 2. L’AUC peut être calculée pour chacune des m

courbes de ROC obtenues. Pour estimer la performance globale du classifieur, l’espérance
de l’AUC sur toutes les classes est calculée. Cela s’écrit de la manière suivante :

AUCglobal =
m∑

i=1

P (yi).AUC(yi)
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A.b Un algorithme efficace pour le Calcul de l’AUC

Cette section présente un algorithme efficace, permettant de calculer l’AUC en une
complexité temporelle de l’ordre de O(N log N). L’idée principale est de calculer l’AUC
au cours de la construction des courbes de ROC. Pour chaque valeur du seuil de décision
testée, l’aire du trapèze formé par deux points consécutifs de la courbe de ROC est calculée.
La Figure A.c illustre cela. La partie “A” de cette figure montre deux points consécutifs
qui forment le “front montant” d’une marche, dans ce cas l’aire calculée est nulle. La partie
“B” représente le cas où les deux points forment le “plat” d’une marche. Enfin, la partie
“C” de la Figure A.c correspond à plusieurs exemples pour lesquels le modèle prédictif
a attribué le même score, dans ce cas l’aire calculée forme un trapèze. L’Algorithme 11
décrit de manière détaillée la méthode utilisée dans [Fawcett, 2003] pour calculer l’AUC.

Fig. A.c – Illustration : Intégration sous la courbe de ROC
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Notations :

• Des instances de test u ∈ Test associées à leur classe f(u)

• Un classifieurM associant une sortie OutPut(u) à l’instance u

/*initialisation des variables*/

AUC ← 0 /*L’Aire sous la courbe de ROC qu’on cherche à calculé*/

FA← 0 /*le nombre de fausses alertes*/

D ← 0 /*le nombre de détection*/

FAprec ← 0 /*le nombre précédent de fausses alertes*/

Dprec ← 0 /*le nombre précédent de détections*/

OutPutprec ← −∞ /*la sortie précédente du modèle*/

Trier Test dans l’ordre décroissant des scores de sortie OutPut(u)

Pour tout u ∈ Test, faire

/*Pas de nouveaux points tant qu’il y a des instances qui ont la même sortie*/

Si OutPut(u) 6= OutPutprec Alors
/*On calcule l’aire du nouveau trapèze*/

AUC ← AUC + (FA− FAprec).(
D+Dprec

2 )
Fin Si
OutPutprec ← OutPut(u)
FAprec ← FA

Dprec ← D

/*On incrémente les compteurs de détection et de fausse alerte*/

Si f(u) = y1 Alors
D ← D + 1

Sinon
FA← FA + 1

Fin Si
Fin Pour
/*On ajoute le dernier point et le point (1,1)*/

AUC ← AUC + (FA− FAprec).(
D+Dprec

2 )

AUC ← AUC + (1− FA).(1+D
2 )

/*On normalise l’AUC par rapport au nombre d’instances*/

AUC ← AUC
|Test|

Algorithme 11: Calcul de l’aire sous la courbe de ROC en O(n log n)
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A.c Mesure de déficit basée sur l’AUC

Cette section présente une mesure de déficit basée sur l’AUC, permettant d’obtenir
une valeur scalaire représentative de la performance d’une stratégie active sur l’intégralité
d’un jeu de données.

L’évaluation d’une stratégie d’apprentissage actif prend la forme d’une courbe qui trace
la performance moyenne du modèle prédictif, en fonction du nombre d’exemples étiquetés.
Cette représentation est problématique lorsque plusieurs stratégies actives sont comparées
entre elles. Les courbes de performance des différentes stratégies peuvent se croiser, si
tel est le cas, il est difficile de déterminer si une stratégie est meilleure qu’une autre. Y.
Baram propose une mesure qui évalue le “déficit” d’une stratégie d’apprentissage actif sur
l’intégralité d’un jeu de données [Baram et al., 2004].

Cette mesure de déficit compare les performances d’une stratégie active (notée “Active”)
aux performances de la stratégie aléatoire (notée “Rand”). La stratégie aléatoire sélectionne
les exemples à étiqueter de manière uniforme, parmi les exemples non-étiquetés. Le déficit
est donc une mesure comparative et globale, qui intègre une mesure de performance sur
l’ensemble des valeurs de |L|. Dans le cas de l’AUC, le déficit d’une stratégie Active s’ex-
prime comme suit :

Deficitn(Active) =

∑n
t=0 [AUCn(Rand)−AUCt(Active)]∑n
t=0 [AUCn(Rand)−AUCt(Rand)]

(.1)

Avec n le nombre maximum d’exemples étiquetés pendant l’apprentissage actif (n =
max |L|).
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Fig. A.d – Définition du déficit

La Figure A.d illustre le calcul du déficit, deux courbes de performance correspondant
aux stratégies Active et Rand sont représentées. L’Équation .1 peut être simplement
définie par le ratio des aires A

A+B
. Lorsque la stratégie Active donne exactement les mêmes

performances que la stratégie Rand, le déficit est égal à 1. Lorsque le nombre d’exemples
nécessaires à la stratégie Active pour atteindre la performance optimale tend vers 0, le
déficit tend vers 0. La valeur du déficit peut être négative lorsque la stratégie Active atteint
une meilleure performance que la stratégie Rand, pour n = max|L|.
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A.d AUC théorique pour un modèle à deux intervalles

Cette section présente le calcul de l’AUC théorique, pour un modèle de discrétisation
à deux intervalles et des données qui forment un échelon bruité (Section 5.3.4). Nous
nous plaçons dans le cas où les étiquettes forment deux intervalles mélangés par un bruit
uniforme, les deux intervalles présentant le même niveau de bruit. D’une part, la vraie
borne correspondant à la position de l’échelon est notée “TB”. D’autre part, le modèle M

possède deux intervalles dont la frontière est notée “PB”. La Figure A.e représente le jeu
de données et la borne du modèle M .

Fig. A.e – Echelon bruité

L’objectif est de calculer l’AUC théorique du modèle M , en tenant compte du niveau
de bruit. Il s’agit d’un calcul exact qui ne requiert pas d’ensemble de test, habituellement
utilisé pour le calcul de l’AUC. Soit “p” la probabilité qu’une instance soit étiquetée par
la mauvaise étiquette. Comme le montre la Figure A.f, les courbes de ROC théoriques
comportent deux régimes. Les deux segments des courbes de ROC correspondent aux
deux intervalles du modèle de prédiction. La transition entre ces deux régimes est défini
par le point “a” dont les coordonnées sont notées (xa, ya).

Fig. A.f – Courbe de ROC théorique pour l’échelon bruité

Les coordonnés du point a peuvent être calculés facilement. Sur la Figure A.e, la borne
prédite est à droite de la vraie borne (PB > TB). Dans ce cas, et pour la courbe de ROC
dédiée à la classe “1”, on a :
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xa = TB.p+|TB−PB|.(1−p)
1−TB

ya = TB.(1−p)+|TB−PB|.p
TB

xa correspond à la proportion d’exemples prédits comme étant de la classe “1” dans
l’intervalle [0, PB], alors qu’ils sont en réalité de la classe “2”. À gauche de la borne
théorique ([0, TB]), TB.p exemples sont mal étiquetés à cause du bruit. Entre les deux
bornes ([TB,PB]), il y a |TB − PB|.(1 − p) exemples dont la prédiction est erronée. Le
dénominateur de l’expression de xa représente le nombre total d’exemples de la classe
“2” qui auraient pu être mal classées par le modèle prédictif. ya représente la proportion
d’exemples prédits à juste titre comme étant de la classe “1”. Dans le cas où PB > TB,
la courbe de ROC dédiée à la classe “2” est définie tel que :

xa = (1−PB).p
TB

ya = (1−PB).(1−p)
1−TB

Nous démontrons également que pour PB < TB, la courbe de ROC dédiée à la classe
“1” est définie par :

xa = PB.p
1−TB

ya = PB.(1−p)
TB

Et la courbe de ROC dédiée à la classe “2” est définie par :

xa = (1−TB).p+|TB−PB|.(1−p)
TB

ya = (1−TB).(1−p)+|TB−PB|.p
1−TB

Dans tous les cas, l’aire sous la courbe de ROC se calcule selon l’expression suivante :

AUC = 1
2 .xa.ya + ya.(1− xa) + 1

2 .(1− xa).(1− ya)
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B Problème d’arrondi pour les Nij optimaux

Dans la Section 4.3.2.1 (page 79), nous caractérisons les paramètres optimaux N⋄
ij par

une formule analytique. Cependant, des problèmes d’arrondis peuvent être observés tel
que

∑J
j=1 N⋄

ij = Ni − 1. Pour résoudre de problème, il suffit de choisir un des N⋄
ij et de

lui ajouter 1. Tous les choix possibles sont équivalents et optimaux au sens du critère
Csemi super.

Démonstration.
Cette démonstration se restreint au cas d’un modèle de discrétisation incluant un seul in-
tervalle (I = 1) et au cas d’une classification binaire (J = 2). Soit la fonction f(Ni1, Ni2)
correspondant au critère Csemi sup, pour lequel tous les paramètres sont fixés exceptés Ni1
et Ni2.
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C Implémentation de l’espérance de P (M |D, xt+1)

La stratégie de sélection d’exemples basée sur l’espérance de P (M |D,xt+1) s’écrit de
la manière suivante :

ArgMax
xt+1∈U

∑

M∈M



P (M)P (D|M)×
∑

y∈Y

[
P (y|M, D, xt+1)× P (M)× P (D, xt+1, y|M)∑

M ′∈M
P (M ′)× P (D|M ′)× P (y|D, M ′, xt+1)

]



Pour implémenter cette formule il faut prendre quelques précautions. Les produits de
probabilités, qui sont des termes très petits, peuvent induire des problèmes d’arrondis
machine. Nous présentons ici une forme de cette expression qui limite ce risque.

Démonstration.
Le critère Csemi super défini à la section 4.2.4 correspond à I(M |D) l’information d’un
modèle, conditionnellement aux données observées. L’expression précédente peut s’écrire
de la manière suivante, car P (M)× P (D|M) = e−I(M |D) :

ArgMax
xt+1∈U

∑

M∈M



e−I(M |D) ×
∑

y∈Y

[
P (y|M,D, xt+1)× e−I(M |D,xt+1,y)

∑
M ′∈M

e−I(M ′|D) × P (y|D,M ′, xt+1)

]



L’expression est normalisée en utilisant le maximum a posteriori,Mmap = ArgMaxM∈M e−I(M |D).

Les termes du type “e−I(M |D)” ont des valeurs proches de zéro, la multiplication de ces
termes peut causer des problèmes d’arrondis. Ces termes sont divisés par e−I(Mmap|D) de
telle sorte qu’ils aient une valeur proche de 1. Finalement :

ArgMax
xt+1∈U

X

M∈M

2

4e
[−I(M|D)+I(Mmap|D)] ×

X

y∈Y

"

P (y|M, D, xt+1)× e[−I(M|D,xt+1,y)+I(Mmap|D)]

P

M′∈M

ˆ

P (y|D, M ′, xt+1)× e−I(M′|D)+I(Mmap|D)
˜

#

3

5
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D Nombre d’exemples étiquetés à chaque itération

Cette Annexe présente une étude expérimentale caractérisant l’influence du nombre
d’exemples étiquetés à chaque itération d’un échantillonnage sélectif , noté e, sur les per-
formances de deux stratégies d’apprentissage actif [Lemaire et al., 2007]. Les enjeux de ce
problème peuvent être illustrés grâce à deux situations extrêmes. Lorsque e = 1, le temps
de calcul nécessaire à l’apprentissage du modèle prédictif et à la sélection des exemples est
élevé. L’application de stratégies actives à de grosses bases d’apprentissage peut s’avérer
problématique. À l’inverse, l’étiquetage d’un grand nombre d’exemples à chaque itération
amoindrit l’apport des stratégies actives. L’ajustement du paramètre e peut être vu comme
la recherche d’un compromis entre le temps de calcul et l’efficacité d’une stratégie active.

Protocole expérimental :

Les stratégies évaluées lors de nos expériences comparatives sont les suivantes :

• l’echantillonnage par incertitude (Section 2.2.1, page 9) ;

• l’échantillonnage par réduction de l’erreur de généralisation (Section 2.2.4, page 16) ;

• l’échantillonnage aléatoire (Section 3.2.2, page 39).

Les données sont préalablement centrées et réduites. Au début de chaque expérience,
l’ensemble d’apprentissage T ne possède que deux exemples choisis de manière aléatoire.
À chaque itération de l’échantillonnage sélectif, e exemples sont étiquetés et ajoutés à
l’ensemble d’apprentissage. Ces exemples sont sélectionnés par une stratégie active. Les
expériences sont réalisées pour plusieurs valeur de e (1, 2, 4, 8, 16). Chaque expérience
est répétée dix fois de manière à obtenir une performance moyenne munie de sa variance,
pour chaque point des courbes de résultat.

L’AUC est utilisée pour évaluer la performance du modèle prédictif, en fonction du
nombre d’exemples étiquetés (Annexe A.a). La performance du modèle prédictif reflète
la qualité des exemples étiquetés. Le modèle prédictif utilisé est une fenêtre de Parzen à
noyau gaussien et de norme L2 [Parzen, 1962]. Ce modèle est présenté à la Section 3.4
(page 51) :

p̂(y|x) =

∑|L|
n=1 1{f(ln)=y} K(x, ln)
∑|L|

n=1 K(x, ln)
ln ∈ L , x ∈ Φ (.2)

avec

K(x, ln) = e
||x−ln||2

2σ2

La fenêtre de Parzen utilise la même valeur du paramètre σ pour chaque dimension du
problème traité. La valeur optimale de σ est déterminée au début de chaque expérience
en entrâınant le modèle grâce à la totalité des données d’apprentissage, en effectuant une
cross-validation de l’AUC sur l’ensemble de test [Chappelle, 2005]. Cette valeur est utilisée
ensuite pour fixer le paramètre de la fenêtre de Parzen durant l’expérience. L’apprentissage
se réduit au “comptage” des exemples au sens du noyau gaussien, l’unique paramètre du
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modèle prédictif étant fixé. La performance du modèle dépend uniquement de la qualité
des exemples étiquetés.

Jeux de données :
Les jeux de données utilisés dans cette section sont issus de “l’UCI Repository” [D.J. New-
man and Merz, 1998]. Les problèmes de classification traités sont les suivants :

– Glass - Classification de différents types de verre : Ce jeu de données com-
porte 214 instances (Apprentissage : 146, Test : 68) caractérisées par 9 attributs
continus. Ces attributs correspondent respectivement à l’indice de réflexion du verre
et aux taux de différents éléments chimiques (Sodium, Magnesium, Aluminum, Sili-
cium, Potassium, Calcium, Barium et fer). Les 6 classes considérées sont : “fenêtre
fabriquée par flottage”, “fenêtre”, “vitre de voiture”, “récipient”, “vaisselle” et “pha-
res”.

– Iris - Classification d’espèces de fleurs : Ce jeu de données décrit 150 fleurs
(Apprentissage : 90 Test : 60) grâce à 4 attributs numériques (longueur et largeur
des pétales et des sépales). Ces fleurs appartiennent à trois espèces d’iris (Setosa,
Versicolour, Virginica).

– Segment - Recherche de textures dans des images : Ce jeu de données com-
porte 2310 images de 9 pixels (Apprentissage : 310 Test : 2000) décrites par 19
attributs numériques. Ces petites images sont en réalité extraites de photographies
plus grandes et correspondent à des textures. Les 7 classes prises en compte dans ce
problème de classification sont : “façade en briques”, “ciel”, “feuillage”, “ciment”,
“fenêtre”, “chemin” et “pelouse”.

Résultats :
Les figures D.g, D.h et D.i montrent les résulats obtenus pour chacun des jeux de données.
Les 5 graphiques de chaque figure représentent, pour différentes valeurs de e, les per-
formances des stratégies (axe vertical) en fonction du nombre d’exemples étiquetés (axe
horizontal). Les moustaches sur les courbes représentent la variance des résultats (±2σ).
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Fig. D.g – Résultats complets pour le jeu de données “Glass”
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Fig. D.h – Résultats complets pour le jeu de données “Iris”
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Fig. D.i – Résultats complets pour le jeu de données “Segment”
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En augmentant le nombre d’exemples étiquetés à chaque itération, les stratégies actives
sont de moins en moins compétitives par rapport à la stratégie aléatoire. Les Figures D.g,
D.h et D.i montrent les performances des différentes stratégies pour e=1,2,4,8,16 sur les
trois jeux de données traités. Dans chacun des cas, la stratégie aléatoire devient plus per-
formante que les deux stratégies actives quand e augmente, particulièrement pour e ≥ 8.
Les résultats obtenus à l’issue de cette étude montrent que le nombre d’exemples étiquetés
à chaque itération d’un échantillonnage sélectif influence la qualité du modèle prédictif. Les
expériences réalisées ici confirment notre intuition : l’apport d’une stratégie active (relati-
vement à la stratégie aléatoire) diminue lorsque le nombre d’exemples étiquetés à chaque
itération augmente. Cette tendance reste à confirmer par des expériences plus étendues,
impliquant des jeux de données de plus grande taille. L’utilisation de jeux de données
synthétiques dont on mâıtrise les caractéristiques (zones de mélange, bruit ...etc) pour-
rait aider à la compréhension des comportements des différentes stratégies d’apprentissage
actif lorsque e varie.
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4.8 Quantité d’information de la coupure vs position de la coupure . . . . . . . . . 87

4.9 Convergence des approches supervisée et semi-supervisée. . . . . . . . . . . . . 88

4.10 Illustration de la convergence des deux approche . . . . . . . . . . . . . . . . . 91
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5.4 Exemples étiquetés : échelon pur . . . . . . . . . . . . . . . . . . . . . . . . . . 113
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K. Andrew, A. McCallum, and K. Nigam. Employing EM in pool-based active learning
for text classification. In Jude W. Shavlik, editor, Proceedings of ICML-98, 15th Inter-
national Conference on Machine Learning, pages 350–358, Madison, US, 1998. Morgan
Kaufmann Publishers, San Francisco, US.

[Baram et al., 2004] cité page 20, 25, 27, 28, 136
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M. Boullé. Performance prediction challenge. In IJCNN : International Joint Conference
on Neural Networks, pages 2958–2965, 2007.
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RÉFÉRENCES BIBLIOGRAPHIQUES

[Kerber, 1991] cité page 69, 124
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R. White. Motivation reconsidered : The concept of competence. Psychological Review,
66 :297–333, 1959.

[Xu et al., 2007] cité page 21, 28
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Apprentissage Actif par Modèles Locaux

Résumé

Les méthodes d’apprentissage statistiques exploitent des exemples, pour enseigner un
comportement à un modèle prédictif. La classification supervisée requiert des exemples
étiquetés. En pratique, l’étiquetage des exemples peut se révélé coûteux. Dans certain
cas, l’étiquetage implique un expert humain, un instrument de mesure, un temps de cal-
cul élevé...etc. Les méthodes d’apprentissage actif réduisent le coût de préparation des
données d’apprentissage. Ces méthodes cherchent à étiqueter uniquement les exemples les
plus utiles à l’apprentissage d’un modèle. Les travaux présentés dans ce manuscrit sont
réalisés dans le cadre de l’échantillonnage sélectif, qui n’autorise pas les stratégies actives à
générer de nouveaux exemples d’apprentissage. Les stratégies actives de la littérature uti-
lisent généralement des modèles globaux à l’espace des variables d’entrées. Nous proposons
dans ce manuscrit une stratégie originale qui effectue un partitionnement dichotomique
récursif de l’espace d’entrée. Cette stratégie met en compétition les modèles locaux à cha-
cune des zones, pour choisir les exemples à étiqueter. Notre stratégie décide “quand” couper
une zone et “où” la couper. Une amélioration possible consiste à exploiter une méthode de
discrétisation pour prendre ces deux décisions. L’extension de l’approche de discrétisation
MODL au cas de l’apprentissage semi-supervisé constitue un des apports majeurs de cette
thèse. Nous proposons une deuxième amélioration qui consite à sélectionner, localement à
la meilleure zone, l’exemple le plus utile à l’apprentissage du modèle local. Nous proposons
une stratégie active originale, qui maximise la probabilité des modèles de discrétisation
connaissant les données et l’exemple candidat à l’étiquetage.

Mots-clés : Apprentissage Actif, Modèles locaux, Discrétisation Bayésienne.

Active Learning using Local Models

Abstract

Supervised classification problems requires labelled examples, and labelling step can be
costly in practice. Active learning strategies reduce the cost of preparing learning data.
These strategies aim to label only the most useful examples for the learning of the pre-
dictive model. This thesis proposes a new active learning strategy which carries out a
recursive binary partitionning of the input space. This strategy handles severals local pre-
dictive models in each zones, and chooses examples to be labelled. Our strategy decides
“when” and “where” a zone must be cut. A possible improvement consists in exploiting a
discretization methode to make both decisions. The extension of the MODL discretisation
approach to the semi-supervised learning constitutes an importante contribution of this
thesis. We propose a second improvement which aims to select, locally in the best zone,
the most useful example for the training of the local model. We propose an active learning
strategy based on the semi-supervised MODL approach, which maximizes the probability
of discretization models given the data.

Keywords : Active Learning, Local Models, Bayesian Discretization.


