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Résumé

Ce travail concerne la modélisation du processus de synthèse (construction) de supports
de catalyseurs obtenus par réaction silice-alumine. La synthèse est caractérisée par 5 variables
d’entrée et 2 variables de sortie (la surface spécifique et le volume mésoporeux du support
de catalyseur). Chaque combinaison des valeurs de sortie ayant une application potentielle, on
voudrait savoir en synthétiser le plus grand nombre, c’est-à-dire connaître les variables d’entrée
permettant de construire un catalyseur ayant une surface et un volume donnés quelconques. Les
limites atteignables des deux sorties du système sont inconnues.

Ne disposant pas de suffisamment d’essais pour pouvoir espérer construire un modèle fiable
sur l’ensemble du domaine de variation des variables d’entrée, nous choisissons une approche
par plans d’expérience séquentiels avec modélisation par krigeage, permettant d’éviter une trop
grande dispersion des variables d’entrée tout en assurant une exploration du domaine accessible
pour les variables de sortie. Les essais sont choisis séquentiellement en se servant de l’information
apportée par les essais précédents et traitée par le modèle de krigeage. Cette façon de procéder
est a priori plus efficace que celle consistant à utiliser un plan d’expériences fixé au départ et
comprenant la totalité des essais disponibles.

Des critères d’ajout séquentiel de points d’expérimentation (définissant les valeurs des
variables d’entrée) sont proposés, qui favorisent une forte dispersion des sorties correspondantes
et prennent en compte les incertitudes associées aux prédictions par krigeage. Enfin, les critères
retenus, l’un à base de distance et l’autre à base d’entropie, sont testés sur des données simulées
afin de vérifier la bonne répartition finale des valeurs des réponses.

Des rappels sur la modélisation par processus gaussien, la régression/interpolation par
krigeage et ses liens avec les méthodes de type splines et SVM, ainsi que la planification
d’expériences sont présentés en essayant de concilier rigueur et clarté.

Mots-clés : planification d’expériences, krigeage, entropie de Tsallis.



Abstract

This work deals with the modeling of the synthesis process for catalyst supports obtained by
a chemical reaction involving silica and alumina. The process is characterized by 5 inputs and 2
outputs (specific surface and mesoporous volume of the support). Each pair of output values has
a potential application and the ultimate objective is to be able to find input values associated
with the synthesis of a catalyst having any given output characteristics (surface, volume). The
ranges of the two outputs are unknown.

The quantity of runs available is too small to build a satisfactory model over the whole input
domain. We thus combine design of experiments and kriging modeling in a way that ensures both
a limited dispersion of the input factors and a good exploration of the reachable output domain.
The runs are designed sequentially, using the information provided by former runs through their
associated kriging model. This sequential construction seems more efficient than the design of a
non-sequential experiment containing the total amount of available runs.

Several criteria are proposed for sequential design which favor a high dispersion of the
corresponding outputs and take the uncertainties associated with the kriging model into account.
The two most appealing are tested on simulated data in order to check the dispersion of outputs;
one is based on minimax distance and the other on entropy.

Basic properties of Gaussian processes, regression/interpolation by kriging and links with
other methods such as splines and SVMs are reminded, together with standard methods for
designing experiments, with the objective of combining rigor and clarity.

Keywords: design of experiments, kriging, Tsallis entropy.
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Introduction et motivation

Contexte

L’IFP développe des procédés de raffinage utilisant des catalyseurs solides. Ces catalyseurs
sont composés d’un support sur lequel sont déposées des substances actives (métaux) qui
permettent d’accélérer une réaction chimique. Selon son utilisation, un support peut exister
principalement sous la forme de sphère ou de cylindre dont la taille varie de l’ordre du millimètre
au centimètre.

Les catalyseurs sont poreux pour que la surface de contact avec le fluide réactif (liquide ou
gaz) soit aussi grande que possible (50 à 500 m2/g sont des valeurs courantes). On s’intéresse ici
aux supports silice-alumine avant leur mise en forme. Le support est synthétisé (construit) par
précipitation en faisant réagir une solution de silice et une solution d’alumine.

Un support de catalyseur est caractérisé par deux grandeurs importantes :
– sa surface spécifique (notée Sbet), la surface (par gramme) du support qui sera en contact

avec le fluide réactif ;
– son volume mésoporeux (noté Vp), qui est le volume (par gramme) formé par les « trous »

du support.
Le problème posé dans la synthèse de supports de catalyseurs est d’obtenir des supports ayant
une porosité et une surface spécifique bien définies. La valeur précise de chacune de ces propriétés
dépend de l’application qui est faite du support. Chaque combinaison (Sbet, Vp) ayant une
application potentielle, il est souhaitable de savoir en synthétiser le plus grand nombre possible.
Notons que ces deux grandeurs ne sont généralement pas reliées entre elles : par exemple, il a
été observé qu’une multitude de petites cavités dans le support peut donner lieu à une grande
surface spécifique, alors que le volume mésoporeux est petit.

La synthèse de support est caractérisée par 5 variables d’entrée et 2 variables de sortie (Sbet
et Vp). Les 5 variables d’entrée ayant une influence sur la réaction chimique produisant le support
de catalyseur, ainsi que leur domaine de variation ont été déterminés par des essais préliminaires.
Ce sont :

– le pH, maintenu constant (régulé) au cours de la réaction ;
– la durée d’ajout des réactifs ;
– la température (régulée pendant toute la durée de la réaction) ;
– la concentration, notée Si+Al, de silice et d’alumine à la fin de la réaction (ou, à un facteur

près, le nombre de moles de réactifs ajoutés au cours de la réaction) ;
– le rapport Si/Al du nombre de moles de silice par le nombre de moles d’alumine ajoutés

lors de la synthèse.
Le pH est maintenu constant au cours de la réaction par ajout de solutions d’acide et de base.
La température est maintenue constante par circulation d’eau dans une double enveloppe.

La synthèse d’un support de catalyseur est un processus complexe généralement mal connu : il
n’existe pas actuellement de modèle complet permettant de prédire les propriétés du catalyseur

1



Introduction et motivation 2

à partir des conditions de la synthèse. Les méthodes traditionnelles permettent de construire
quelques dizaines de catalyseurs par an. Pour accélérer ce processus, l’IFP met en place des
outils d’expérimentation à haut débit (EHD) qui permettront de synthétiser plusieurs centaines
de catalyseurs par an (de cinq cent à mille). Le gain en débit est obtenu par une automatisation
partielle de la procédure et par la réalisation de plusieurs synthèses en parallèle. Cette
augmentation du débit permet d’élargir le domaine des conditions de synthèse habituellement
considéré. Elle n’est toutefois pas suffisante pour en faire une exploration systématique en
raison du nombre élevé de mesures que cela impliquerait. Il est donc souhaitable d’associer aux
nouveaux outils de construction des techniques mathématiques d’aide au choix des conditions
expérimentales.

Dans la littérature consacrée à l’EHD, les méthodes employées pour la synthèse de supports ou
de matériaux relèvent soit des plans d’expériences, soit de l’optimisation stochastique. Plusieurs
articles écrits par des chercheurs du domaine sont regroupés dans [24]. Deux grandes familles de
méthodes y sont proposées : plans d’expériences et algorithmes d’optimisation stochastique.

– Les applications proposées des plans d’expériences consistent généralement à couvrir
l’espace d’étude de façon aussi uniforme que possible, puis à raffiner les zones intéressantes.
Une telle approche n’est toutefois viable que pour des espaces de petite dimension, sauf
à disposer d’un nombre d’essais très grand (les exemples illustrant ces méthodes sont de
dimension au plus quatre). Les plans d’expériences séquentiels associés à du krigeage sont
également cités, ils seront présentés au chapitre 3 avec l’optimisation statistique.

– L’autre grande famille de méthodes proposées est constituée des algorithmes d’optimisation
stochastique, comme les algorithmes génétiques et les méthodes de Monte Carlo.
– Concernant les algorithmes génétiques, seuls des résultats de simulation sont présentés.

Les auteurs insistent sur la nécessité de configurer correctement ces algorithmes à l’aide
d’essais préalables (codage des variables et choix des paramètres), sans quoi le meilleur
catalyseur obtenu peut être loin de l’optimum. Ils ont été testés à l’IFP pour la synthèse
de supports de catalyseurs [168]. Les tests ont également été réalisés en simulation. Ils
confirment la nécessité de régler correctement les algorithmes, et montrent la variabilité
des résultats obtenus (en raison du caractère stochastique de ces algorithmes) : un réglage
donné de l’algorithme peut conduire à de plus ou moins bons résultats.

– Une approche par Monte Carlo est également proposée. Des modifications de l’algorithme
de Metropolis standard sont proposées pour diminuer le nombre d’essais nécessaires. Mais
ce dernier, de l’ordre de cent mille dans les exemples présentés, reste trop important pour
que ces algorithmes puissent être appliqués à l’IFP dans le contexte actuel.

L’objectif de l’étude à la base de ce travail de thèse consiste à pouvoir être capable d’associer
à toute valeur « cible » T définie par un couple (surface spécifique ST

bet, volume poreux V T
p )

réalisable une combinaison xT des facteurs d’entrée permettant cette réalisation (ou du moins
telle que les deux réponses en xT soient « proches » de leurs valeurs cibles T). En ce sens, il s’agit
d’inverser le système. Le problème est donc notablement différent de celui consistant à construire
un modèle précis sur l’ensemble du domaine d’étude : en effet, nous souhaitons que le modèle
soit précis uniquement pour des valeurs xT permettant de recouvrer l’ensemble des valeurs cibles
T. La dimension de l’espace des facteurs (5) étant supérieure à celle de l’espace des sorties (2)
on conçoit qu’il est possible (en théorie) de définir un sous-espace de l’espace des facteurs (une
variété de dimension 2) qui soit en bijection par le système avec l’ensemble des valeurs cibles,
sur lequel il suffirait d’observer. Ainsi, il est souhaitable que les observations ne soient pas trop
dispersées dans l’espace des facteurs, mais concentrées en des zones qui permettent de synthétiser
l’ensemble des valeurs cibles afin d’obtenir un modèle localement le plus précis possible dans cette
zone. Le plan d’expériences doit alors poursuivre les deux objectifs suivants :
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1. assurer que les réponses associées soient aussi dispersées que possible dans l’espace des
sorties ;

2. assurer que les points demeurent concentrés dans l’espace des entrées.

Une façon de respecter ces deux objectifs consiste à construire un modèle, puis optimiser un
critère qui tienne compte de la répartition des sorties d’une part, et d’autre part de l’incertitude
sur les prédictions faites par le modèle quand les points du plan d’expérience sont éloignés les
uns des autres. C’est cette construction qui est au cœur de ce travail de thèse.

Approche proposée

L’approche que nous proposons est séquentielle, l’ensemble des observations étant enrichi
petit à petit. À chaque étape, un modèle est construit par krigeage à l’aide des points du plan
courant (qui ont été échantillonnés et pour lesquels les sorties sont connues). Pour choisir le (ou
les) nouveau(x) point(s), un critère quantifiant la « diversité » des sorties du nouveau plan (le
plan précédent auquel est ajouté le ou les points candidats) est maximisé. Mais comme les valeurs
des réponses au point candidat sont inconnues, le modèle de krigeage est utilisé, et l’incertitude
de prédiction est prise en compte dans l’évaluation de la « diversité ». Cette façon de procéder
est a priori plus efficace que de mettre au point dès le départ un plan d’expériences global et de
fixer la totalité des essais expérimentaux sans connaissance plus fine du système.

Un algorithme d’optimisation sera présenté dans la suite, prenant en compte les
caractéristiques de l’étude résumées ci-dessous.

– L’objectif est de constituer une bibliothèque de supports aussi divers que possible pour un
système à 5 entrées et 2 sorties.

– Le budget de mesures disponibles est de l’ordre de 500 à 1000.
– Les essais sont réalisés par séries d’un nombre fixe (a priori 6). L’algorithme d’optimisation

devra donc travailler par blocs.
– L’erreur de mesure inhérente à tout système physique devra être traitée par le modèle.
– Un retard dans la disponibilité des mesures devra être pris en compte : en effet, la mise

en forme du support obtenu demandant du temps il a été décidé, afin d’accélérer le
processus, de lancer chaque série d’essais avant d’avoir le résultat des mesures de la série
immédiatement précédente.

Les tests des méthodes proposées sont réalisés en simulation à l’aide d’un modèle développé à
cet effet. La méthode la plus prometteuse sera mise en œuvre sur l’outil expérimental.

Notons que la planification séquentielle d’expériences avec modélisation par krigeage a déjà
été utilisée à l’IFP pour la modélisation de réservoirs pétroliers [148], ainsi qu’au CEA sur un
code de calcul modélisant un comportement hydrogéologique [116].

Organisation du manuscrit

Le manuscrit est organisé de la façon suivante.
– Le chapitre 1 est une mise en perspective dans un cadre général des méthodes de

modélisation parmi les plus couramment utilisées. Nous écrivons de façon détaillée
l’équivalence, sous certaines conditions, des méthodes de splines, krigeage, SVM (Support
Vector Machines) et ondelettes. Ces résultats d’équivalence sont bien connus mais n’ont, à
notre connaissance, jamais été rassemblés et explicités aussi clairement dans la littérature.

– Nous présentons au chapitre 2 la théorie des processus gaussiens et du krigeage, qui sera
utilisé pour modéliser le système. Des propriétés asymptotiques ou à échantillon fini sont
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rappelées, qui permettent de se familiariser avec la méthode et de se faire une idée des
précautions à prendre en pratique. L’importance du choix de la fonction de covariance
apparaît régulièrement au cours de la lecture.

– Le chapitre 3 se veut une introduction très succinte aux plans d’expériences. Des plans
remplissant l’espace utilisés au stade initial de la procédure d’ajout sont présentés, ainsi
que des éléments de théorie des plans optimaux. Enfin, nous rappelons des critères de
construction séquentielle de plans d’expériences permettant d’optimiser une fonction.

– Nous introduisons au chapitre 4 plusieurs façons de mesurer la « diversité » d’un ensemble
de points, et examinons sur des cas simples si ces méthodes s’adaptent dans le cas séquentiel
où l’on souhaite effectuer les mesures petit à petit. Nous retenons finalement deux critères
d’ajout : l’un est basé sur une mesure de distance, l’autre utilise l’entropie de Tsallis.
L’approche proposée prend en compte l’ensemble des contraintes du problème rappelées
ci-dessus.

– Nous testons de manière plus approfondie au chapitre 5 les deux critères de « diversité »
retenus. Nous détaillons la mise en œuvre de l’algorithme d’optimisation, et comparons
les critères d’ajout dans le cas simple de 2 facteurs d’entrée et 1 sortie dans un premier
temps, puis dans les mêmes dimensions que le problème réel (5 entrées et 2 sorties). Les
résultats obtenus semblent montrer que la méthode est applicable au problème pratique.
Des soucis techniques n’ont cependant pas permis d’effectuer des phases d’expérimentation
sur le système réel pendant la durée de la thèse.

De nombreux points expliqués dans la suite sont longtemps restés obscurs pour moi avant de
trouver les bonnes références bibliographiques. J’ai donc tenté, entre autre, d’écrire clairement les
liens existant entre les méthodes de modélisation usuelles (splines, krigeage, SVM), de rappeler
de façon concise les propriétés théoriques du krigeage, et de présenter le cokrigeage et le krigeage
intrinséque de la même manière que le krigeage usuel afin que le rapport entre ces méthodes soit
bien mis en relief. La partie théorique de ce document a ainsi été rédigée de façon à rassembler
des informations éparses, et à donner les arguments qui expliquent des faits souvent donnés sans
justification dans la littérature. En un mot, j’ai voulu écrire le document que j’aurais souhaité
avoir entre les mains au moment de débuter cette thèse.



Chapitre 1

Méthodes à noyaux

Les méthodes à noyaux les plus communément utilisées sont présentées dans ce chapitre.
Après une brève introduction à l’apprentissage statistique, nous faisons quelques rappels sur les
espaces de Hilbert à noyau reproduisant et leur utilisation en apprentissage. Finalement, ce cadre
permet d’observer les liens existant entre les méthodes exposées.

1.1 Cadre général de la théorie de l’apprentissage statistique

Le problème de l’apprentissage est de construire une fonction (appelée machine) qui établit
une dépendance entre des quantités x (les entrées) et y (les sorties), à partir d’un nombre fini
d’observations {(xi, yi)}i=1...n appelé ensemble d’entraînement. La fonction obtenue doit avoir de
bonnes capacités de généralisation, c’est-à-dire qu’elle doit permettre de bien prédire les valeurs
de y pour les x non observés. Les applications potentielles de telles machines sont nombreuses
[128, 177].

1.1.1 Un exemple classique

Considérons le cas très classique [55] où les sorties (scalaires) sont supposées reliées aux
entrées par la relation

y = m(x) + ε,

avec x ∈ X ⊂ Rd, m : X → R une fonction déterministe inconnue et ε une variable aléatoire
centrée de carré intégrable, indépendante de x. On suppose que x est déterministe et peut être
choisi comme on l’entend. L’ensemble d’entraînement D = {(x1, y1), . . . , (xn, yn)} étant donné,
et pour un x fixé, on recherche un prédicteur de y noté f̂n(x). Une façon naturelle de mesurer la
qualité du prédicteur en x est donnée par l’erreur quadratique moyenne,

E

[
y − f̂n(x)

]2
= E

[
y −m(x) +m(x)− f̂n(x)

]2

= E[y −m(x)]2 + E

[
m(x)− f̂n(x)

]2
+ 2

[
m(x)− f̂n(x)

]
E [y −m(x)]︸ ︷︷ ︸

=0

= E ε2 +
[
m(x)− f̂n(x)

]2
.

On observe ainsi que le terme [m(x)− f̂n(x)]
2

mesure la qualité du prédicteur (plus il est petit,
meilleur est le prédicteur au sens de l’erreur quadratique moyenne).

5



Chapitre 1 Méthodes à noyaux 6

Remarque 1.1.1 Le meilleur prédicteur de y en x au sens de l’erreur quadratique moyenne est
donc

f̂n(x) = m(x) = E(y),

la fonction de régression. Mais, la fonction m(·) étant supposée inconnue, il faut construire un
autre prédicteur.

1.1.2 Le compromis biais-variance

On s’intéresse ici à l’influence du choix de l’échantillon sur la qualité du prédicteur : il se
peut, d’une part, que le prédicteur f̂n(x) de y en x que l’on a construit varie notablement si l’on
fait varier les données D (on parle alors de variance du prédicteur) ; d’autre part, il est possible
qu’en moyenne (sur tous les D possibles) f̂n(x) soit éloigné de m(x) (on parle alors d’un biais du
prédicteur) [55].

Supposons qu’une loi de probabilité existe sur l’ensemble des ensembles d’entraînement à n
observations D. Par un calcul similaire à celui du paragraphe précédent, on peut alors calculer la
moyenne par rapport à l’ensemble d’entraînement (notée ED) de la quantité mesurant la qualité
du prédicteur f̂n(x),

ED

[
f̂n(x)−m(x)

]2
= ED

[
f̂n(x)− ED

[
f̂n(x)

]
+ ED

[
f̂n(x)

]
−m(x)

]2

= ED

(
f̂n(x)− ED

[
f̂n(x)

])2
+ ED

(
ED

[
f̂n(x)

]
−m(x)

)2

+2
(
ED

[
f̂n(x)

]
−m(x)

)
ED

(
f̂n(x)− ED

[
f̂n(x)

])

︸ ︷︷ ︸
=0

=
(
ED

[
f̂n(x)

]
−m(x)

)2
︸ ︷︷ ︸

biais

+ ED

(
f̂n(x)− ED

[
f̂n(x)

])2
︸ ︷︷ ︸

variance

.

Si f̂n(x) est différent en moyenne de m(x), alors f̂n(x) est dit un estimateur biaisé de m(x). Un
estimateur sans biais peut cependant avoir une grande erreur quadratique moyenne si la variance
(la sensibilité aux données) est grande. Le biais et la variance sont donc deux facteurs pouvant
donner lieu à un mauvais prédicteur. En pratique, ne pouvant pas obtenir un estimateur à la
fois sans biais et de variance nulle, on cherche un compromis entre la contribution du biais et
de la variance : la variance du prédicteur est réduite par un lissage de la fonction qui diminue
la sensibilité aux données, mais alors un biais est introduit car on a perdu l’information donnée
par les valeurs des observations (voir la figure 2.5 page 71).

Exemple 1.1.2 Supposons que l’on souhaite estimer m(x) à partir des n observations bruitées
yi = m(xi) + εi, i = 1, . . . , n.

– Un premier estimateur possible pourrait être un interpolateur, i.e. f̂n(xi) = yi ∀i. Cet
estimateur est sans biais aux xi car

ED

[
f̂n(xi)

]
= E [m(xi) + εi] = m(xi).

Cependant,

ED

(
f̂n(xi)− ED

[
f̂n(xi)

])2
= ED[m(xi) + εi −m(xi)]

2 = E ε2i .

Ainsi, la contribution de la variance à l’erreur quadratique moyenne est grande.
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– À l’autre extrême, on pourrait prendre f̂n(x) = f(x), avec f(·) une fonction indépendante
des données. La variance est alors nulle aux observations (le prédicteur est insensible aux
données), mais la présence d’un biais est très probable car il n’est pas tenu compte des
observations dans la construction du prédicteur.

Une façon de prendre en compte à la fois la contribution du biais et de la variance dans la
construction du prédicteur est présentée au paragraphe suivant.

1.1.3 Régression régularisée

Si l’on souhaite construire un prédicteur ayant un biais et une variance réduits, on peut
considérer la solution du problème de minimisation suivant. SoitH un espace abstrait de solutions
(pour le moment), appelé espace d’hypothèses. On y recherche un prédicteur de la forme

f̂n(x) = argmin
f∈H

n∑

i=1

c(yi, f(xi)) + p(f),

où
– la fonction de coût, ou fonction de perte, c(yi, f(xi)) mesure l’adéquation du prédicteur

aux donnée (le biais). La plus connue est la fonction de coût quadratique

c(y, y′) = (y − y′)2,

et nous en verrons d’autres au § 1.4.4.
– la pénalisation p(f) contrôle la régularité du prédicteur (la variance). Dans le cas des splines

plaque mince univariées (§ 1.4.2), la pénalisation utilisée est

p(f) = γ

∫ (
f (l)(x)

)2
dx,

pour un entier l ≥ 1 fixé et γ > 0 qui peut être choisi a priori ou estimé à partir des
données. Ce dernier terme détermine le niveau du compromis biais-variance : de petites
valeurs de γ privilégieront un petit biais alors que de grandes valeurs de γ donneront une
petite variance.

La solution obtenue est à la fois proche des données et pourvue d’une certaine régularité. On dit
qu’on fait de la régression régularisée.

Exemple 1.1.3 Quand on fait de la régression classique, l’espace d’hypothèses est souvent formé
des fonctions du type f(x) = tm(x)β, avec m(x) un vecteur de fonctions connues (en général des
polynômes : f(x) = β0 + β1x + · · · + βp−1x

p−1 si d = 1), et β ∈ Rp un vecteur de paramètres
inconnus que l’on cherche à estimer. La méthode des moindres carrés est un cas particulier du
problème de minimisation du risque empirique (l’erreur commise aux points d’observation) : on
cherche

argmin
f∈H

1

n

n∑

i=1

(yi − f(xi))2

(remarquons qu’ici il n’y pas de terme de pénalisation, seul le biais du prédicteur est minimisé).
Suivant le choix de l’espace d’hypothèses, ce problème de minimisation est en général mal posé
[63] (notamment, la solution n’est pas unique, ou est numériquement instable). Dans le cas où
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H = {tm(x)β, β ∈ Rp}, et en supposant la matrice tMM inversible, on sait que la solution du
problème des moindres carrés est

β̂ = (tMM)
−1 tM Y n,

avec M = t(m(x1) . . . m(xn)) et Y n = t(y1 . . . yn) [86]. Un grand nombre de paramètres p induit
des problèmes de conditionnement [58, 74] de la matrice tMM : le problème est théoriquement
bien posé (l’inverse d’une matrice inversible, aussi mal conditionnée soit-elle, est bien défini),
mais d’un point de vue algorithmique le problème est considéré comme mal posé car on est
confronté à des instabilités numériques lors du calcul de l’inverse.

Une solution possible est de régulariser [167] : dans le cas de l’espace d’hypothèses ci-dessus,
cela revient à chercher

argmin
β∈Rp

1

n

n∑

i=1

(
yi − tm(xi)β

)2
+ γ‖β‖2.

La constante de régularisation γ > 0 pénalise les grandes valeurs de β, et donc les grandes
variations de la solution : la variance du prédicteur est ainsi diminuée. Nous verrons en 1.2.3
des exemples de régression régularisée dans une classe d’espaces d’hypothèses plus générale.

Pour plus de détails sur la théorie de l’apprentissage statistique, on pourra consulter par
exemple [36, 70, 136, 176, 177].

1.2 Apprentissage par méthodes à noyaux

Les espaces de Hilbert à noyau reproduisant (Reproducing Kernel Hilbert Spaces, RKHS)
forment un cadre théorique approprié à la résolution de problèmes de régression régularisée. Parmi
les méthodes à noyaux qui en sont issues, on trouve les fonctions à base radiale (Radial Basis
Functions, RBF), le krigeage (kriging), les splines, les ondelettes (wavelets) et la régression par
vecteurs de support (Support Vector Regression, SVR). Nous allons tout d’abord faire quelques
rappels sur les espaces de Hilbert, puis présenterons les principales propriétés des RKHS, et
finalement leur application à la régression régularisée avec les méthodes à noyaux. Dans toute la
suite, nous nous intéressons au cas de fonctions à valeurs réelles.

1.2.1 Rappels sur les espaces de Hilbert

Nous rappelons ici quelques définitions et propriétés essentielles des espaces de Hilbert. On
notera E un espace vectoriel sur R.

Définition 1.2.1 Une fonction 〈·, ·〉 : E × E → R est un produit scalaire sur E si 〈·, ·〉 est
– bilinéaire : y 7→ 〈x, y〉 et x 7→ 〈x, y〉 sont linéaires ;
– symétrique : 〈x, y〉 = 〈y, x〉 ∀x, y ∈ E ;
– positive : 〈x, x〉 ≥ 0 ∀x ∈ E ;
– définie : 〈x, x〉 = 0⇐⇒ x = 0 (x ∈ E).

La norme associée au produit scalaire 〈·, ·〉 est ‖ · ‖ =
√
〈·, ·〉.

Définition 1.2.2 Un espace préhilbertien est un espace vectoriel muni d’un produit scalaire.

Théorème 1.2.3 (Cauchy–Schwarz) Soit P un espace préhilbertien. Alors, ∀x, y ∈ P,
|〈x, y〉|≤ ‖x‖‖y‖, avec égalité si, et seulement si, x et y sont proportionnels.
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Remarque 1.2.4 L’inégalité de Cauchy–Schwarz s’applique aussi quand la fonction 〈·, ·〉 n’est
pas définie (au sens de la définition 1.2.1) : on dit alors que c’est un semi produit scalaire, et la
fonction ‖ · ‖ associée est appelée semi norme.

Définition 1.2.5 Un espace préhilbertien H est un espace de Hilbert si l’espace métrique
(H, ‖ · ‖) est complet.

On rappelle qu’un espace métrique (E,d) est complet si toute suite de Cauchy de E converge
dans E pour la distance d. Voici quelques exemples d’espaces de Hilbert classiques.

Exemple 1.2.6
– Rd, muni du produit scalaire 〈x, y〉 = txy (x, y ∈ Rd) ;

– L2[0, 1] =

{
f : [0, 1]→ R, f λ-mesurable,

∫
f2dλ <∞

}
muni de la relation d’équivalence

« f∼g si f = g λ-presque partout »,

et du produit scalaire 〈f, g〉 =
∫
fg dλ, où λ désigne la mesure de Lebesgue (f, g ∈ L2[0, 1]) ;

– l2 =
{
x ∈ R

N,
∑

x2i <∞
}
, 〈x, y〉 =

∑
xiyi (x, y ∈ l2).

1.2.2 Espaces de Hilbert à noyau reproduisant

Les RKHS ainsi que leur lien avec les fonctions semi-définies positives sont présentés dans ce
paragraphe.

Définition 1.2.7 Une fonction symétrique k(·, ·) : X × X → R est dite semi-définie positive si

∀ l ∈ N
∗,∀x1, . . . , xl ∈ X ,∀λ1, . . . , λl ∈ R,

l∑

i,j=1

λiλj k(xi, xj) ≥ 0.

Remarque 1.2.8 La fonction k(·, ·) est dite définie positive si l’inégalité est stricte quand
au moins un des λi est non nul. On prendra garde aux traductions anglo-saxonnes, « positive
definite » (semi-défini positif) et « strictly positive definite » (défini positif).

Définition 1.2.9 Un RKHS est un espace de Hilbert H de fonctions définies sur X à valeurs
réelles, tel que

∀x ∈ X ,∃Mx ∈ R, |f(x)| ≤Mx‖f‖H ∀f ∈ H. (1.1)

En d’autres termes, la fonction d’évaluation Lx : H → R, f 7→ f(x) est une forme linéaire
continue. D’après le théorème de Riesz, il existe donc un unique élément kx de H vérifiant

Lxf = 〈kx, f〉H = f(x) ∀f ∈ H. (1.2)

Exemple 1.2.10 [181] L2[0, 1] n’est pas un RKHS, car ses éléments ne sont pas définis point
par point (ce sont des classes d’équivalence de fonctions).

Définition 1.2.11 La fonction k(·, ·) définie par k(x, x′) = kx(x
′) s’appelle noyau reproduisant

de l’espace hilbertien H.
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Remarque 1.2.12 Il est aussi possible de définir, de façon équivalente, les noyaux reproduisants
en partant de la relation (1.2) : la relation (1.1) en est alors une conséquence.

Proposition 1.2.13 Soit k(·, ·) un noyau reproduisant d’un espace hilbertien H de fonctions
définies sur X à valeurs réelles, alors

– k(x, x′) = k(x′, x) ∀x, x′ ∈ X (symétrie) ;
– k(·, ·) est semi-définie positive ;
– 〈k(x, ·), k(x′, ·)〉H = 〈kx, kx′〉H = k(x, x′) (propriété de reproduction).

Preuve La démonstration utilise (1.2) en remplaçant f par le noyau :
– k(x, x′) = kx(x

′) = 〈kx′ , kx〉H = 〈kx, kx′〉H = kx′(x) = k(x′, x) ;
– nous venons de voir que k(·, ·) est symétrique. Soit f =

∑l
i=1 λikxi ∈ H, avec λi ∈ R, xi ∈

X . Alors ∑l
i,j=1 λiλjk(xi, xj) =

∑l
i=1 λiλj〈kxi , kxj 〉H = ‖f‖2H ≥ 0 ;

– la troisième assertion a déjà été démontrée dans le premier item. �

Théorème 1.2.14 (Moore-Aronszajn)[181] À tout RKHS correspond un unique noyau repro-
duisant. Inversement, si k(·, ·) est une fonction semi-définie positive et symétrique sur X × X ,
on peut construire un unique RKHS de fonctions à valeurs réelles ayant k(·, ·) pour noyau repro-
duisant.

Preuve (esquisse) Pour démontrer la première assertion, il suffit d’observer que k(x, x′) =
〈kx, kx′〉H ∀x, x′ ∈ X , ce qui définit le noyau de manière unique. Pour la deuxième, le RKHS
est défini comme suit :

– on construit l’espace préhilbertien P, formé des combinaisons linéaires finies de la
forme

∑
i αikxi avec kx = k(x, ·), et muni du produit scalaire 〈∑i αikxi ,

∑
j βjktj 〉P =∑

ij αiβj〈kxi , ktj 〉P =
∑
αiβjk(xi, tj). Le seul point délicat est de vérifier que 〈·, ·〉P est

défini, i.e. ∀f ∈P, 〈f, f〉P = 0 ⇐⇒ f = 0, en observant que ∀x ∈ X , f(x)2 = 〈kx, f〉2P ≤
〈kx, kk〉P〈f, f〉P (par l’inégalité de Cauchy–Schwarz, voir la remarque 1.2.4) ;

– après avoir remarqué, en écrivant |fi(x) − f(x)| = |〈fi − f, kx〉P | ≤ ‖fi − f‖P‖kx‖P pour
{(fi)i∈N, f} ∈ P, que la convergence en norme dans P entraîne la convergence ponctuelle,
on complète P en lui ajoutant toutes les limites de ses suites de Cauchy pour la norme ‖ · ‖P
(définies point par point comme limites de suites de Cauchy de R). L’espace de Hilbert ainsi
obtenu est un RKHS, de noyau reproduisant k(·, ·). �

Donnons un exemple de construction explicite d’un noyau reproduisant. Soit {φi}i=1,...,N un

ensemble de fonctions définies sur X à valeurs dans R. Pour tout x ∈ X , soit Φ : X → RN définie
par

Φ(x) = (φ1(x), . . . , φN (x)) .

Considérons la fonction

k(x, x′) = 〈Φ(x),Φ(x′)〉 =
N∑

i=1

φi(x)φi(x
′),

où 〈·, ·〉 désigne le produit scalaire usuel de RN . Par définition, k est symétrique. De plus,∑l
i,j=1 λiλjk(xi, xj) = 〈∑l

i=1 λiΦ(xi),
∑l

i=1 λiΦ(xi)〉, ce qui montre que k est semi-définie
positive.

Définition 1.2.15 [129] La fonction Φ est appelée fonction des caractéristiques (feature map)
et l’ensemble F = {Φ(x), x ∈ X} espace des caractéristiques (feature space) associés au noyau
k.
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Le noyau reproduisant k ainsi construit peut donc être vu comme un produit scalaire dans
l’espace des caractéristiques de dimension N .

Exemple 1.2.16 [129] Soit X ⊂ Rd, x = (x1, . . . , xd).
– Noyau polynômial homogène : k(x, x′) = 〈x, x′〉l (l ∈ N). On peut vérifier que

Φ(x) =
{
xq
√
C lq

}
|q|=l

,

où pour q = (q1, . . . , qd), |q| =
∑d

i=1 qi et C lq = l!/(q1! . . . qn!). L’espace des caractéristiques
est donc constitué de l’ensemble des monômes de Rd de degré l (donc N = (d−1+ l)!/(d−
1)!/l!).

– Noyau polynômial non-homogène : k(x, x′) = (a+ 〈x, x′〉)l (a > 0, l ∈ N). Il s’agit du
noyau polynômial homogène appliqué à (

√
a, x) ∈ Rd+1. L’espace des caractéristiques est

formé de l’ensemble des monômes de Rd de degré au plus l. Par exemple, si d = l = 2, on
a

Φ(x) =
(√

a,
√
2ax1,

√
2ax2, x

2
1, x

2
2,
√
2x1x2

)

(en faisant a = 0, on obtient l’espace des caractéristiques du noyau polynômial homogène).

Nous allons voir dans la suite que pour certains noyaux il y a une infinité de caractéristiques.

Définition 1.2.17 [129] Une fonction continue k : X × X → R est appelée noyau de Mercer si
k(·, ·) est semi-définie positive et symétrique.

Un noyau k(·, ·) étant donné, il est souvent difficile de vérifier si il est semi-défini positif. Un
moyen pratique est donné dans la proposition suivante.

Définition 1.2.18 [36] Une fonction f : [0,∞[→ R est complètement monotone si f est C∞ et
si, pour tout t > 0 et l ∈ N, (−1)lf (l)(t) ≥ 0.

Proposition 1.2.19 [36] Soit X ⊂ Rd, f : [0,∞[→ R et k : X × X → R définis par
k(x, x′) = f(‖x− x′‖2). Alors k est semi-définie positive si, et seulement si, f est complètement
monotone.

Exemple 1.2.20 [36]

– k(x, x′) = e−
‖x−x′‖

2

c2 (noyau gaussien) ;

– k(x, x′) = (c2 + ‖x− x′‖2)−α (α > 0).

Le théorème suivant généralise le principe de diagonalisation d’une matrice semi-définie positive
aux fonctions semi-définies positives, et permet d’introduire le concept de représentation. Nous
nous restreignons à un compact X ⊂ Rd pour simplifier les hypothèses, c’est de toute façon le
type d’espace qui sera utilisé en pratique.

Théorème 1.2.21 (Mercer-Hilbert-Schmidt)[36, 129, 181] Soit X un compact de Rd et k(·, ·)
un noyau de Mercer sur X × X . Alors il existe une famille orthonormale de fonctions propres
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continues {Φi}i∈N de carré intégrable sur X par rapport à la mesure de Lebesgue, et de valeurs
propres λ1 ≥ λ2 ≥ · · · ≥ 0, telles que

∫

X
k(x, x′)Φi(x

′) dx′ = λiΦi(x), i = 1, 2, . . . ;

∫

X

∫

X
k2(x, x′) dxdx′ =

∞∑

i=1

λ2i <∞ ;

k(x, x′) =

∞∑

i=1

λiΦi(x)Φi(x
′).

Dans cette dernière égalité, la convergence est absolue (∀x, x′ ∈ X ) et uniforme (sur X ×X ). Le
nombre de valeurs propres λi non nulles s’appelle dimension du noyau k(·, ·). C’est la dimension
de l’espace des caractéristiques associé au noyau k.

Sous certaines hypothèses, le noyau reproduisant d’un RKHS H de fonctions à valeurs réelles
définies sur X admet donc la représentation k(x, x′) =

∑∞
i=1 λiΦi(x)Φi(x

′), où {Φi}i∈N est une
famille orthonormale pour le produit scalaire de L2cont(X ) (espace des fonctions continues sur X
de carré intégrable). Sous ces conditions, on obtient une caractérisation simple du RKHS.

Proposition 1.2.22 [181] On se place sous les hypothèses et notations du théorème 1.2.21. Soit
f : X → R, et

ai =

∫

X
f(x)Φi(x) dx.

Alors f ∈ H si, et seulement si,
∞∑

i=1

a2i
λi

<∞

et dans ce cas

‖f‖2H =

∞∑

i=1

a2i
λi
.

Le RKHS H admet alors la représentation simple [70, 181]

H =

{
f =

∞∑

i=1

aiΦi, ‖f‖2H =

∞∑

i=1

a2i
λi

<∞
}
, (1.3)

avec le produit scalaire 〈∑∞
i=1 aiΦi(x),

∑∞
i=1 biΦi(x)〉H =

∑∞
i=1 aibi/λi.

Nous allons maintenant voir comment la théorie des RKHS s’applique aux problèmes
d’apprentissage.

1.2.3 RKHS et apprentissage

Les RKHS peuvent être utilisés de façon naturelle comme espaces d’hypothèses quand on fait
de l’apprentissage. Reprenons le problème de régression régularisée présenté en 1.1.3, en prenant
un RKHS pour espace d’hypothèses ce qui va garantir de bonnes propriétés de la solution. Le
théorème suivant, cas particulier du théorème de réprésentation, permet de comprendre en quoi
l’ajout d’un terme de pénalisation permet de passer à un problème bien posé numériquement.



Chapitre 1 Méthodes à noyaux 13

Théorème 1.2.23 (du représentant, cas particulier) [87, 128, 182] Soit H un RKHS de
fonctions à valeurs réelles définies sur un ensemble X , de noyau reproduisant k(·, ·). Soit
(xi, yi)i=1...n l’ensemble d’entraînement, avec xi ∈ X et yi ∈ R. Alors, pour γ > 0 donné,

argmin
f∈H

1

n

n∑

i=1

(yi − f(xi))2 + γ‖f‖2H (1.4)

est unique et s’écrit sous la forme

f(·) =
n∑

i=1

αik(xi, ·).

Le vecteur des coefficients α = t(α1, . . . , αn) est solution du problème numériquement bien posé

(nγIn +K)α = Y n, (1.5)

avec In la matrice identité de taille n, K la matrice de taille n× n (k(xi, xj))1≤i,j≤n et
Y n = t(y1, . . . , yn).

Preuve Pour résoudre (1.4), on cherche les zéros de la dérivée de la fonctionnelle

f 7→ 1

n

n∑

i=1

(yi − f(xi))2 + γ‖f‖2H,

qui s’écrit

g 7→ − 2

n

n∑

i=1

(yi − f(xi))g(xi) + 2γ〈f, g〉H.

On cherche donc à résoudre

1

n

n∑

i=1

(yi − f(xi))g(xi)− γ〈f, g〉H = 0. (1.6)

L’équation (1.6) doit être verifiée pour tout g ∈ H, et en particulier pour g = kx. En utilisant la
relation 〈f, kx〉 = f(x), on obtient

f(x) =
1

nγ

n∑

i=1

(yi − f(xi)) kx(xi)

=

n∑

i=1

αik(xi, x),

avec αi =
yi − f(xi)

nγ
. On a donc nγαi + f(xi) = yi ∀i, c’est-à-dire

nγαi +

n∑

j=1

αjk(xi, xj) = yi ∀i,

ce qui est exactement (1.5). �
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C’est le terme nγIn qui rend le problème bien posé : plus grand est nγ, meilleur est le
conditionnement de la matrice nγIn +K.

Le terme (yi − f(xi))2 dans l’équation (1.4) peut être remplacé par une autre fonction de
perte (ou fonction de coût) que la fonction quadratique. L’équation (1.5) est alors non-linéaire
en général [128], et doit être résolue numériquement par une méthode itérative de descente [9],
alors que dans le cas quadratique on a obtenu un système linéaire qui se résout analytiquement
simplement en inversant une matrice.

Voici maintenant une version plus générale du théorème de représentation, dans le cadre de la
régression semi-paramétrique : la fonction f s’écrit maintenant comme la somme d’une fonction
appartenant au RKHS, et d’une combinaison linéaire de fonctions de base qui sont déterminées
par notre connaissance a priori du problème.

Théorème 1.2.24 (du représentant)[182] Soit H un RKHS de fonctions à valeurs réelles
définies sur un ensemble X , de noyau reproduisant k(·, ·). Soit {(xi, yi)}i=1...n l’ensemble
d’entraînement, avec xi ∈ X et yi ∈ R. Soient {mj}j=1...p des fonctions définies sur X ayant la
propriété que la matrice M = (mj(xi))

j=1...p
i=1...n est de rang p (on noteM l’espace vectoriel engendré

par les mi). Soit ci(yi, f) une fonctionnelle qui ne dépend de f qu’au travers de fi = f(xi), i.e.
ci(yi, f) = ci(yi, fi). Alors, pour γ > 0 donné,

argmin
f=fM+fH∈M+H

1

n

n∑

i=1

ci(yi, f) + γ‖fH‖2H (1.7)

s’écrit sous la forme

f(·) =
p∑

j=1

νjmj(·) +
n∑

i=1

αik(xi, ·). (1.8)

Une version encore plus générale du théorème de représentation est donnée dans [149].

Remarque 1.2.25 [182]
– Pour que la matrice M soit de rang plein, il faut que le nombre de données d’apprentissage
n soit au moins égal à p ;

– la norme étant évaluée uniquement pour la fonction fH, la partie paramétrique fM du
modèle n’est pas régularisée, ce qui signifie que les coefficients νj peuvent être arbitrairement
grands ;

– si ci est dérivable par rapport à fi et si la matrice K = (k(xi, xj))1≤i,j≤n est de rang plein,
on peut montrer que le vecteur α = t(α1, . . . , αn) vérifie tMα = 0 (on retrouvera cette
propriété au théorème 1.2.26) ;

– l’unicité de la solution est garantie si K est de rang plein et si les ci sont strictement
convexes par rapport à fi ;

– finalement, pour s’assurer que la matrice K est de rang plein, on peut aussi supposer que
la fonction k(·, ·) est définie positive et que les données d’observation sont distinctes.

Pour le choix de la constante de régularisation γ, on pourra consulter [35]. Ce sont les fonctions
ci(·), mj(·) et k(·, ·) qui déterminent quel type de méthode à noyaux on utilise.

Voici finalement la forme explicite de la solution quand la fonction de coût est quadratique,
dans le cas de la régression tout d’abord (la courbe de f est proche des données d’observation,
tout en satisfaisant une certaine condition de régularité), puis de l’interpolation (la courbe de
la fonction f passe par les points observés). Ce cadre correspond exactement à la théorie du
krigeage.
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Théorème 1.2.26 (du représentant, cas quadratique)[182] Soit H un RKHS de fonctions à
valeurs réelles définies sur un ensemble X , de noyau reproduisant k(·, ·). Soit {(xi, yi)}i=1...n

l’ensemble d’entraînement, avec xi ∈ X et Y n = t(y1, . . . , yn) ∈ Rn. Soient {mj}j=1...p des
fonctions définies sur X ayant la propriété que la matrice M = (mj(xi))

j=1...p
i=1...n est de rang p, et

soit M l’espace vectoriel engendré par les mi. Alors, pour γ > 0 donné,

argmin
f=fM+fH∈M+H

1

n

n∑

i=1

(yi − f(xi))2 + γ‖fH‖2H (1.9)

est donné par

f(·) =
p∑

j=1

νjmj(·) +
n∑

i=1

αik(xi, ·),

où les vecteurs des coefficients ν = t(ν1, . . . , νp) et α = t(α1, . . . , αn) sont solutions du système
(
K ′ M
tM 0

)(
α
ν

)
=

(
Y n

0

)
,

avec K ′ = K + nγI = (k(xi, xj) + nγδij)1≤i,j≤n, et sont donnés par

ν = (tMK ′−1
M)

−1tMK ′−1
Y n ;

α = K ′−1
(I −M(tMK ′−1

M)
−1tMK ′−1

)Y n.

Preuve On peut écrire la solution de (1.9) sous la forme

f = fM + fH =

p∑

j=1

νjmj +

n∑

i=1

αikxi + ξ,

avec ξ ∈ H, ξ ⊥ kx1 , . . . , kxn (donc ξ(xi) = 〈ξ, kxi〉H = 0 ∀i). On cherche donc le minimum de

1

n
‖Y n − (Kα+Mν)‖22 + γ

(
tαKα+ ‖ξ‖2H

)
.

Il est alors évident que ‖ξ‖2H = 0. On recherche donc

argmin
α∈Rn,ν∈Rp

Υ(α, ν),

avec

Υ(α, ν) =
1

n
‖Y n − (Kα+Mν)‖22 + γ tαKα.

On résout le système
{
∂Υ
∂α (α, ν) = 0
∂Υ
∂ν (α, ν) = 0

⇐⇒
{
− 2
n
tK(Y n −Kα−Mν) + 2γKα = 0

− 2
n
tM(Y n −Kα−Mν) = 0

⇐⇒
{
α = 1

nγ (Y
n −Kα−Mν)

tM(Y n −Kα−Mν) = 0

⇐⇒
{
α = 1

nγ (Y
n −Kα−Mν)

tMα = 0

⇐⇒
{
K ′α+Mν = Y n

tMα = 0
,
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et on retrouve (1.2.26). On vérifie finalement que

ν = (tMK ′−1
M)

−1tMK ′−1
Y n ;

α = K ′−1
(
I −M(tMK ′−1

M)
−1tMK ′−1

)
Y n

sont les solutions du système. �

Intéressons-nous finalement au problème de l’interpolation : en l’absence d’erreur de mesure, on
souhaite trouver une fonction f qui vérifie f(xi) = yi ∀i. Sous certaines hypothèses, on obtient
une solution ayant la même forme que dans le cas de la régression.

Théorème 1.2.27 (du représentant pour l’interpolation, cas quadratique) Soit H un RKHS
de fonctions à valeurs réelles définies sur un ensemble X , de noyau reproduisant k(·, ·). Soit
{(xi, yi)}i=1...n l’ensemble d’entraînement, avec xi ∈ X et Y n = t(y1, . . . , yn) ∈ Rn. Soient
{mj}j=1...p des fonctions définies sur X ayant la propriété que la matrice M = (mj(xi))

j=1...p
i=1...n

est de rang p, et soit M l’espace vectoriel engendré par les mi. On suppose aussi que la matrice
K = (k(xi, xj))1≤i,j≤n est inversible. Alors,





argmin
f=fM+fH∈M+H

‖fH‖2H ;

f(xi) = yi ∀i,
(1.10)

est donné par

f(·) =
p∑

j=1

νjmj(·) +
n∑

i=1

αik(xi, ·), (1.11)

où les vecteurs des coefficients ν = t(ν1, . . . , νp) et α = t(α1, . . . , αn) sont solutions du système
(
K M
tM 0

)(
α
ν

)
=

(
Y n

0

)
, (1.12)

et donnés par

ν = (tMK−1M)
−1tMK−1Y n ;

α = K−1
(
I −M(tMK−1M)

−1tMK−1
)
Y n.

Preuve On peut écrire la solution de (1.10) sous la forme

f = fM + fH =

p∑

j=1

νjmj +

n∑

i=1

αikxi + ξ,

avec ξ ∈ H, ξ ⊥ kx1 , . . . , kxn (donc ξ(xi) = 〈ξ, kxi〉H = 0 ∀i). On cherche donc




argmin
α∈Rn,ξ∈H

tαKα+ ‖ξ‖2H ;

f(xi) = yi ∀i.

Il est alors évident que ‖ξ‖2H = 0, car la fonction ξ n’intervient pas dans la condition f(xi) = yi ∀i
puisque ξ(xi) = 0 ∀i. On recherche donc





argmin
α∈Rn,ν∈Rp

tαKα ;

Kα+Mν = Y n.
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On utilise la technique des multiplicateurs de Lagrange [13] en cherchant (α, ν, λ) ∈ Rn+p+n qui
minimisent

Υ(α, ν, λ) = tαKα+ 2tλ(Y n −Kα−Mν).

Le système à résoudre est




∂Υ
∂α (α, ν, λ) = 0
∂Υ
∂ν (α, ν, λ) = 0
∂Υ
∂λ (α, ν, λ) = 0

⇐⇒





2Kα− 2Kλ = 0

Y n −Kα−Mν = 0
tMα = 0

⇐⇒





α = λ

Y n = Kα+Mν
tMλ = 0

⇐⇒





α = λ

Y n = Kα+Mν
tMα = 0

,

et on retrouve (1.12). On vérifie finalement que

ν = (tMK−1M)
−1tMK−1Y n ;

α = K−1
(
I −M(tMK−1M)

−1tMK−1
)
Y n

sont les solutions du système. �

1.3 RKHS construit à partir d’un noyau conditionnellement semi-
défini positif

Une extension des modèles précédents existe, où l’espace d’hypothèses est construit à partir
d’un noyau conditionnellement semi-défini positif. L’analogue du théorème du représentant dans
ce nouveau cas est rappelé, et permet d’observer que les solutions s’écrivent sous la même
forme que dans le cas semi-défini positif. La théorie présentée dans ce paragraphe est à la base
notamment des splines plaque mince et du krigeage intrinsèque. Nous nous restreignons dans
toute la suite au cas de fonctions à valeurs réelles (une généralisation au cas complexe est donnée
dans [107, 111]).

1.3.1 Fonctions conditionnellement semi-définies positives

Soit Pdq l’espace des polynômes de degré au plus q définis sur un ensemble X ⊂ Rd, et
{u1, . . . , uN} un ensemble de points de X .

Définition 1.3.1 [99, 107] L’ensemble {u1, . . . , uN} est dit unisolvant (ou non-dégénéré), par
rapport à Pdq si,

pour m(·) ∈ P
d
q , m(ui) = 0 ∀i = 1, . . . , N =⇒ m = 0.

Autrement dit, les polynômes de Pdq sont uniquement déterminés par leurs valeurs en
{u1, . . . , uN}.

Un ensemble unisolvant de X sera utilisé pour construire l’espace d’hypothèses dans la définition
1.3.13. L’ensemble d’apprentissage {x1, . . . , xn} sera supposé unisolvant afin d’assurer l’unicité
de la solution du problème de minimisation.
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Exemple 1.3.2
– Si d = 2 et q = 1 : un polynôme de degré 1 sur R2 s’écrit m(t) = m(t1, t2) = a1t1+a2t2+a0.

L’équation m(t) = 0 définit une droite de R2 si (a1, a2) 6= (0, 0). Les équations m(ui) =
0 ∀i = 1, . . . , N entraînent donc la nullité des coefficients si, et seulement si, les ui ne sont
pas situés sur une même droite. Autrement dit, tout ensemble de points de R2 non alignés
est un ensemble unisolvant si q = 1 (il faut donc n ≥ 3 = dimP2

1) ;
– si d = 2 et q = 2 : un polynôme de degré 2 sur R2 s’écrit m(t) = m(t1, t2) =
a11t

2
1 + a22t

2
2 + a12t1t2 + a1t1 + a2t2 + a0. L’équation m(t) = 0 définit donc une conique

de R2 si (a11, a12, a22) 6= (0, 0, 0), ou une droite si (a1, a2) 6= (0, 0). Comme précédemment,
on en déduit que tout ensemble de points de R2 non situés sur une même conique est un
ensemble unisolvant si q = 2 (il faut donc n ≥ 6 = dimP2

2).

La classe de mesures présentée maintenant va nous permettre de construire l’espace d’hypothèses.
Considérons la mesure discrète sur Rd

λ =

N∑

i=1

λiδzi ,

où N est un entier naturel quelconque, λi ∈ R, zi ∈ Rd et δx désigne la mesure de Dirac au point
x ∈ Rd. On peut définir une action de λ sur une fonction f de Rd par

λ · f =

∫
f(z)λ(dz) =

N∑

i=1

λif(zi).

Définition 1.3.3 La mesure discrète λ est admissible d’ordre q si

λ ·m = 0 ∀m ∈ P
d
q .

L’ensemble des mesures discrètes admissibles d’ordre q est noté Λdq . On appelle combinaison
linéaire admissible d’ordre q, ou incrément généralisé d’ordre q, toute expression de la forme

λ · f =
N∑

i=1

λif(zi),

avec λ ∈ Λdq et f : Rd → R.

Exemple 1.3.4
– Si q = 0 [26] : λ · f = f(z1) + f(z2) + f(z3) + f(z4)− 4f(z5) est une combinaison linéaire

admissible d’ordre 0, mais pas d’ordre 1. On peut remarquer qu’il faut imposer la condition
n > 1 = dimP0

q pour qu’il existe des mesures admissibles d’ordre 0 non triviales, quel que
soit l’espace X considéré, la plus simple étant obtenue pour λ = δz1 − δz2 ∈ Λd0, qui donne
la combinaison linéaire admissible (d’ordre 0) λ · f = f(z1)− f(z2) ;

– si d = 1 : un polynôme de degré q sur R s’écrivant m(x) = a0 + a1x+ a2x
2 + · · · + aqx

q,
la mesure λ =

∑N
i=1 λiδzi est admissible d’ordre q si, et seulement si,

(λ1 . . . λN )




1 z1 z21 . . . zq1
1 z2 z22 . . . zq2
...

...
...

...
...

1 zN z2N . . . zqN


 = 0⇐⇒ λ = 0.
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On en déduit que les mesures admissibles d’ordre q non triviales sur R existent et sont
portées par au moins N > q+1 points. En effet, si q ≥ N −1, on reconnaît une matrice de
type Vandermonde qui est de rang ≥ N : le système n’admet donc que la solution triviale
λ = 0 ; et si q < N − 1, le système n’est pas de rang plein et admet donc au moins une
solution non triviale. Remarquons que la condition d’existence peut s’écrire N > dimP1

q ;
– si d est quelconque, on déduit de même l’existence de mesures admissibles non triviales car

la condition N > dimPdq conduit à résoudre un système linéaire singulier.

Remarque 1.3.5 [26]
– Clairement, Λdq+1 ⊂ Λdq ;
– le choix des fonctions polynômiales dans la définition d’une mesure admissible est le plus

classique. Pour une définition utilisant une classe de fonctions plus générale, on pourra
consulter [146].

Il est maintenant possible de définir les fonctions conditionnellement semi-définies positives.

Définition 1.3.6 Une fonction symétrique k(·, ·) est dite conditionnellement semi-définie
positive (c.s-d.p.) d’ordre q sur X si

∀λ =
N∑

i=1

λiδzi ∈ Λdq ,
N∑

i,j=1

λiλjk(zi, zj) ≥ 0.

Remarque 1.3.7
– Par convention, on dira qu’une fonction semi-définie positive est d’ordre q = −1 ;
– la fonction k(·, ·) est dite conditionnellement définie positive d’ordre q si l’inégalité est

stricte pour tout λ ∈ Λdq \ {0} ;
– on prendra garde au fait que Pdq est parfois défini comme l’ensemble des polynômes d’ordre

au plus q (l’ordre d’un polynôme étant égal à son degré plus 1). Dans ce cas, une fonction
c.s-d.p. sera d’ordre plus élevé de un par rapport à la définition 1.3.6, que nous avons
choisie par souci de clarté.

Dans le cas où la fonction k(·, ·) est radiale, i.e. k(x, x′) = k(‖x− x′‖), un critère pratique pour
déterminer si celle-ci est conditionnellement semi-définie positive est donné par la proposition
suivante (qui étend la proposition 1.2.19).

Définition 1.3.8 [158] Une fonction f : [0,∞[→ R est complètement monotone d’ordre q si f
est C∞ et si, pour tout t > 0 et l ∈ N, l > q, (−1)lf (l)(t) ≥ 0.

Remarque 1.3.9 Nous avons imposé la condition l > q au lieu de l ≥ q pour avoir le
résultat simple de la proposition suivante. Les fonction complètement monotones d’ordre −1
correspondent aux fonctions complètement monotones de la définition 1.2.18.

Proposition 1.3.10 [111, 158] Soit X ⊂ Rd, f : [0,∞[→ R et k : X × X → R définis par
k(x, x′) = f(‖x− x′‖2). Alors k est c.s-d.p. d’ordre q si, et seulement si, f est complètement
monotone d’ordre q.
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Exemple 1.3.11 [111, 158, 187]

k(x, x′) = e−
‖x−x′‖

2

c2 (noyau gaussien, q = −1) ;
k(x, x′) = −

√
‖x− x′‖2 + c2 (multiquadrique, q = 0) ;

k(x, x′) =
1√

‖x− x′‖2 + c2
(multiquadrique inverse, q = −1) ;

k(x, x′) =

{
(−1)n‖x− x′‖2n+1

(−1)n+1‖x− x′‖2n log ‖x− x′‖

(
spline plaque mince,

{
q = n− 1

q = n
, n ∈ N

)
.

Remarque 1.3.12 Si k(·, ·) est radiale, on entre dans le cadre des fonctions à base radiale
(Radial Basis Functions, RBF).

1.3.2 Construction de l’espace d’hypothèses

Soit k(·, ·) une fonction conditionnellement semi-définie positive d’ordre q. Alors l’application

〈·, ·〉Λd
q
: Λdq × Λdq −→ R

(λ, µ) 7−→ ∑N
i=1

∑M
j=1 λiµjk(zi, tj),

pour λ =
∑N

i=1 λiδzi et µ =
∑M

j=1 µjδtj , est un semi produit scalaire. On peut alors définir
l’espace préhilbertien

(
Λdq/N , 〈·, ·〉Λd

q

)
,

avec N = {λ ∈ Λdq , 〈λ, λ〉Λd
q
= 0}, que l’on complète en un espace de Hilbert Λdq . On note

Π : Λdq −→ Λdq
λ 7−→ λ+N

la projection canonique. Cet espace de Hilbert permet de construire le RKHS à l’intérieur duquel
on cherchera la solution du problème de minimisation.

L’espace d’hypothèses analogue à l’espace des solutionsM+H du théorème 1.2.26 est présenté
maintenant. La construction est plus abstraite, car on ne peut pas définir ici une fonction f à
partir d’une mesure λ ∈ Λdq en écrivant simplement f(x) = 〈λ, δx〉Λd

q
, puisque δx 6∈ Λdq . On utilise

donc une mesure alternative δ(x) qui appartient à Λdq .

Définition 1.3.13 [107] Soient (m1, . . . ,mp′) une base de Pdq et Ξ = {ζ1, . . . , ζp′} un ensemble
unisolvant de X tels que mi(ζj) = δij ∀i, j = 1, . . . , p′. Introduisons la mesure

δ(x) = δx −
p′∑

i=1

mi(x)δζi .

Puisque δ(x) ∈ Λdq (δ(x) ·mj = 0 ∀j = 1, . . . , p′), on peut définir l’espace de Hilbert

Fk =
{
f(·) =

〈
λ,Πδ(·)

〉
Λd
q
, λ ∈ Λdq

}
,

muni de la norme issue du produit scalaire

〈Cλ, Cµ〉Fk
= 〈λ, µ〉

Λd
q
,

avec Cλ(·) = 〈λ,Πδ(·)〉Λd
q

et Cµ(·) = 〈µ,Πδ(·)〉Λd
q
.
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Remarque 1.3.14 [111] On a p′ = dimP
d
q =

(q + d)!

q!d!
.

On peut vérifier par exemple que dimP2
1 = 3 et dimP2

2 = 6 (exemple 1.3.2).

Théorème 1.3.15 [146] L’espace Fk est un RKHS de noyau reproduisant

Ψ(x, x′) = 〈Πδ(x),Πδ(x′)〉Λd
q
.

Le noyau Ψ(·, ·) est appelé normalisation de k(·, ·). Il s’écrit

Ψ(x, x′) = k(x, x′)−
p′∑

i=1

mi(x)k(ζi, x
′)−

p′∑

i=1

mi(x
′)k(x, ζi) +

p′∑

i,j=1

mi(x)mj(x
′)k(ζi, ζj). (1.13)

Preuve Soit f ∈ Fk, il existe λ ∈ Λdq tel que f(·) =
〈
λ,Πδ(·)

〉
Λd
q
. Donc

〈f,Ψ(x, ·)〉Fk
=
〈
〈λ,Πδ(·)〉Λd

q
, 〈Πδ(x),Πδ(·)〉Λd

q

〉
Fk

=
〈
λ,Πδ(x)

〉
Λd
q
= f(x). La fonction Ψ(·, ·) est

alors le RKHS de Fk d’après la remarque 1.2.12, et son expression est

Ψ(x, x′) = 〈Πδ(x),Πδ(x′)〉Λd
q

= 〈δ(x), δ(x′)〉Λd
q

=

〈
δx −

p′∑

i=1

mi(x)δζi , δx′ −
p′∑

i=1

mi(x
′)δζi

〉

Λd
q

= k(x, x′)−
p′∑

i=1

mi(x)k(x, ζi)−
p′∑

i=1

mi(x
′)k(ζi, x

′) +

p′∑

i,j=1

mi(x)mj(x
′)k(ζi, ζj). �

On définit alors l’espace d’hypothèses

Ck = P
d
q ⊕Fk. (1.14)

La somme est directe car si f ∈ Pdq ∩ Fk,∃λ ∈ Λdq , f(·) = 〈λ,Πδ(·)〉Λd
q
. Or on vérifie facilement

que δ(ζi) = 0 ∀i = 1, . . . , p′, donc f(ζi) = 0 ∀i = 1, . . . , p′, et puisque f ∈ Pdq , f = 0.

Remarque 1.3.16 [111, 146]
– Si q = −1, alors k(·, ·) est le noyau reproduisant de l’espace Ck ;
– on peut montrer que l’espace Ck et la norme sur Fk sont indépendants de l’ensemble

unisolvant Ξ choisi dans la définition 1.3.13.

En utilisant la base de Pdq construite à la définition 1.3.13, on peut définir un opérateur de
projection ΠPd

q
: Ck → Pdq en écrivant [146]

ΠPd
q
(f)(x) =

p′∑

j=1

mj(x)f(ζj) ∀f ∈ Ck.

Puisque f −ΠPd
q
(f) s’annule sur Ξ, l’opérateur ΠFk

= Id−ΠPd
q

projette les fonctions de Ck sur
Fk. On a donc

∀f ∈ Ck, f = fPd
q
+ fFk

∈ P
d
q ⊕Fk ⇐⇒ fPd

q
= ΠPd

q
(f) et fFk

= ΠFk
(f). (1.15)
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1.3.3 Apprentissage

Énonçons maintenant l’analogue du théorème 1.2.26. Dans la suite, l’ensemble d’apprentissage
sera supposé unisolvant : cette condition, visant à assurer l’unicité de la solution du problème de
minimisation, n’est pas très contraignante en pratique [146] (revoir l’exemple 1.3.2).

Théorème 1.3.17 (du représentant, cas quadratique, avec un noyau conditionnellement semi-
défini positif) Soit k(·, ·) une fonction conditionnellement semi-définie positive d’ordre q sur
X × X . Soit {(xi, yi)}i=1...n l’ensemble d’entraînement, avec xi ∈ X et Y n = t(y1, . . . , yn) ∈ Rn.
Soit Ξ = {ζ1, . . . , ζp′} un ensemble Pdq-unisolvant de X , et m1, . . . ,mp′ une base de Pdq vérifiant

mi(ζj) = δij . On suppose que Ξ ⊂ {x1, . . . , xn}, et on note M = (mj(xi))
j=1...p′

i=1...n . Soit Ck l’espace
d’hypothèses défini comme en (1.14). Alors, pour γ > 0 donné,

argmin
f∈Ck

1

n

n∑

i=1

(yi − f(xi))2 + γ‖ΠFk
f‖2Fk

(1.16)

est donné par

f(·) =
p′∑

j=1

νjmj(·) +
n∑

i=1

αik(xi, ·),

avec les vecteurs des coefficients ν = t(ν1, . . . , νp′) et α = t(α1, . . . , αn), solutions du système

(
K ′ M
tM 0

)(
α
ν

)
=

(
Y n

0

)
,

qui sont donnés par

ν = (tMK ′−1
M)

−1tMK ′−1
Y n ;

α = K ′−1
(
I −M(tMK ′−1

M)
−1tMK ′−1

)
Y n ;

K ′ = K + nγI = (k(xi, xj) + nγδij)1≤i,j≤n.

Preuve Quitte à renuméroter, on peut tout d’abord supposer que xi = ζi ∀i = 1, . . . , p′.
Remarquons ensuite que la matrice M est de rang p′ car Ξ ⊂ {x1, . . . , xn}. Les hypothèses
du théorème 1.2.26 étant vérifiées, la solution de (1.16) s’écrit

f =

p′∑

j=1

ηjmj +
n∑

i=1

βiΨxi ,

avec les vecteurs des coefficients η = t(η1, . . . , ηp′) et β = t(β1, . . . , βn), solutions du système

(
C ′ M
tM 0

)(
β
η

)
=

(
Y n

0

)
,

et C ′ = (Ψ(xi, xj) + nγδij)1≤i,j≤n. D’après (1.13),

C ′ = K ′ +
(∑p′

s,t=1ms(xi)mt(xj)k(ζs, ζt)−
∑p′

s=1ms(xi)k(ζs, xj)−
∑p′

s=1ms(xj)k(xi, ζs)
)
1≤i,j≤n

,(1.17)
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et

n∑

i=1

βiΨxi =

n∑

i=1

βikxi −
n∑

i=1

βi

p′∑

j=1

mj(xi)kζj −
n∑

i=1

βi

p′∑

j=1

k(xi, ζj)mj +

n∑

i=1

βi

p′∑

j,l=1

mj(xi)k(ζj , ζk)ml

=

n∑

i=1

βikxi −
p′∑

j=1

n∑

i=1

βimj(xi)

︸ ︷︷ ︸
=0 car tMβ=0

kζj −
p′∑

j=1

n∑

i=1

βik(xi, ζj)mj +

p′∑

j=1

p′∑

l=1

k(ζl, ζk)

n∑

i=1

βiml(xi)

︸ ︷︷ ︸
=0 car tMβ=0

mj

=

n∑

i=1

βikxi −
p′∑

j=1

n∑

i=1

βik(xi, ζj)mj.

Ainsi,

f =

p′∑

j=1

(
ηj −

n∑

i=1

βik(xi, ζj)

)
mj +

n∑

i=1

βikxi

:=

p′∑

j=1

νjmj +

n∑

i=1

αikxi . (1.18)

Or, d’après (1.17) et (1.18),

(
(C ′ −K ′)β

)
i

=

n∑

j=1

βj




p′∑

s,t=1

ms(xi)mt(xj)k(ζs, ζt)−
p′∑

s=1

ms(xi)k(ζs, xj)−
p′∑

s=1

ms(xj)k(xi, ζs)




=

p′∑

s,t=1

ms(xi)k(ζs, ζt)

n∑

j=1

βjmt(xj)

︸ ︷︷ ︸
=0

−
p′∑

s=1

ms(xi)

n∑

j=1

βjk(ζs, xj)−
p′∑

s=1

k(xi, ζs)

n∑

j=1

βjms(xj)

︸ ︷︷ ︸
=0

=

p′∑

s=1

(νs − ηs)ms(xi),

donc

C ′β = K ′β + (C ′ −K ′)β

= K ′β +M(ν − η).

Les vecteurs α = t(α1, . . . , αn) = β et ν = t(ν1, . . . , νp′) sont donc solution du système
(
K ′ M
tM 0

)(
α
ν

)
=

(
Y n

0

)
.

Les valeurs des coefficients α et ν ont été données dans le théorème 1.2.26. �

Remarque 1.3.18 Observons les différences avec le cas semi-défini positif (théorème 1.2.26) :
– dans le cas conditionnellement semi-défini positif, la partie paramétrique est fixée, c’est une

base de Pdq . On perd donc en généralité par rapport au cas semi-défini positif ;
– par contre, la classe de fonctions k(·, ·) utilisable est plus générale, on y gagne donc en

généralité ;
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– enfin, puisque n ≥ p′ = (q + d)!/(q!d!), le nombre de données d’apprentissage est
généralement plus conséquent que dans le cas semi-défini positif, où n ≥ p et p est
relativement petit.

On trouvera parfois dans la littérature [111] que pour un noyau conditionnellement semi-défini
positif, la solution est obtenue par minimisation d’une semi-norme (remarque 1.2.4). La norme
apparaissant dans (1.16) correspond en effet à une semi-norme sur Ck, ‖f‖Ck = ‖ΠFk

f‖Fk
, dont

le noyau est Pdq .
Voici finalement, sans démonstration, l’analogue du théorème précédent dans le cas de

l’interpolation.

Théorème 1.3.19 (du représentant, cas quadratique, avec un noyau conditionnellement semi-
défini positif, pour l’interpolation) Soit k(·, ·) une fonction conditionnellement semi-définie
positive d’ordre q sur X × X . Soit {(xi, yi)}i=1...n l’ensemble d’entraînement, avec xi ∈ X
et Y n = t(y1, . . . , yn) ∈ Rn. Soit Ξ = {ζ1, . . . , ζp′} un ensemble Pdq-unisolvant de X , et
m1, . . . ,mp′ une base de Pdq vérifiant mi(ζj) = δij . On suppose que Ξ ⊂ {x1, . . . , xn}, et on

note M = (mj(xi))
j=1...p′

i=1...n . Soit Ck l’espace d’hypothèses défini comme en (1.14). On suppose que
la matrice K = (k(xi, xj))1≤i,j≤n est inversible. Alors,




argmin
f∈Ck

‖ΠFk
f‖2Fk

f(xi) = yi ∀i,

est donné par

f(·) =
p′∑

j=1

νjmj(·) +
n∑

i=1

αik(xi, ·),

avec les vecteurs des coefficients ν = t(ν1, . . . , νm′) et α = t(α1, . . . , αn), solutions du système

(
K M
tM 0

)(
α
ν

)
=

(
Y n

0

)
,

qui sont donnés par

ν = (tMK−1M)
−1tMK−1Y n ;

α = K−1
(
I −M(tMK−1M)

−1tMK−1
)
Y n.

Remarque 1.3.20 Dans le théorème 1.3.17 et le théorème 1.3.19, la base de polynômes
{m1(·), . . . ,mp′(·)} de Pdq peut être choisie quelconque du moment que l’ensemble d’observation
{x1, . . . , xn} est Pdq-unisolvant. En effet, on sait [86] que

M(tMK−1M)
−1tMK−1

est le projecteur orthogonal sur l’espace vectoriel engendré par les colonnes de M , pour le produit
scalaire sur Rn

〈x, y〉K−1 = txK−1y.
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De plus, l’ensemble {x1, . . . , xn} étant Pdq-unisolvant, le vecteur des coefficients ν est uniquement

déterminé par les valeurs prises par la fonction
∑p′

j=1 νjmj(·) en x1, . . . , xn, rassemblées dans le
vecteur 


p′∑

j=1

νjmj(xi)



i=1,...,n

=M(tMK−1M)
−1tMK−1Y n. (1.19)

La conclusion s’obtient en remarquant que l’espace vectoriel engendré par les colonnes de M ne
dépend pas de la base de polynômes choisie, le vecteur (1.19) est donc indépendant de la base de
Pdq choisie et il en est également ainsi de la fonction

∑p′

j=1 νjmj(·). Un argument similaire assure
que l’expression du vecteur de coefficients α ne dépend pas non plus de M .

Les théorèmes précédents donnent les solutions obtenues par la méthode du krigeage intrinsèque
(§ 1.4.1 et annexe E) ou des splines plaque mince (§ 1.4.2), qui sont donc des méthodes
équivalentes. La différence est que dans le cas des splines, l’opérateur (de régularisation) ΠFk

est défini a priori et correspond à des contraintes physiques de régularité de la fonction f (la
fonction k(·, ·) est alors déterminée par l’opérateur de régularisation). Dans le krigeage, on part
de la fonction k(·, ·) qui détermine la régularité du processus utilisé pour la modélisation ; le
terme de pénalisation nγ correspond à la variance du bruit de mesure. Un problème vu d’une
des deux perspectives peut être cependant difficile à interpréter de l’autre [26, 31, 158].

Pour beaucoup plus de détails concernant les espaces précités, on pourra consulter [106, 107,
111, 112, 146, 147, 187]. Une borne de l’erreur commise dans le cas de l’interpolation est donnée
dans [99, 108, 111, 190].

1.4 Exemples de méthodes à noyaux

1.4.1 Krigeage

Le krigeage est une méthode de modélisation issue de la géostatitique, introduite par
l’ingénieur minier sud-africain D.G. Krige dans les années 1950 et formalisée ensuite par G.
Matheron à l’École des Mines de Paris [59]. Nous présentons ici brièvement le krigeage et ses
liens avec la régression régularisée. Une présentation plus détaillée de la méthode sera faite au
chapitre 2.

Le krigeage est une méthode apportant un point de vue probabiliste sur l’apprentissage dans
les RKHS. La relation entrées-sortie est modélisée par

f(x) = tm(x)β + Z(x) (1.20)

dans le cas non bruité (f(xi) = yi ∀i = 1, . . . , n), et

f(x) = tm(x)β + Z(x) + ε(x) (1.21)

dans le cas bruité, avec x ∈ X ⊂ Rd, m(x) un vecteur de fonctions de base connues, β un vecteur
de coefficients inconnus, Z(·) un processus gaussien de moyenne nulle et fonction de covariance
k(·, ·) connue, et ε(·) une famille de variables aléatoires i.i.d. de loi N (0, σ2ε ), indépendantes de
Z(·), de variance σ2ε connue.

Définition 1.4.1 Le prédicteur de krigeage en x est le meilleur prédicteur linéaire sans biais de
f(x) obtenu à partir des observations {(xi, yi), i = 1, . . . , n}.
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Avant d’établir le lien avec la régression régularisée, observons la relation entre les processus
gaussiens de moyenne nulle et les RKHS. En effet, en tant que fonction semi-définie positive,
k(·, ·) peut être vue comme une fonction de covariance (théorème 2.1.11).

Proposition 1.4.2 [181] Si k(·, ·) est une fonction semi-définie positive, on peut définir une
famille {Z(x), x ∈ X} de variables aléatoires gaussiennes centrées de fonction de covariance
k(·, ·), i.e. E [Z(x)Z(x′)] = k(x, x′).

Le théorème suivant complète la proposition 1.4.2.

Théorème 1.4.3 (Théorème de l’isomorphisme isométrique, Parzen)[182] À tout RKHS H de
noyau reproduisant k(·, ·) correspond un processus gaussien {Z(x), x ∈ X} de moyenne nulle et
fonction de covariance k(·, ·). Il y a un isomorphisme isométrique entre Z, l’espace de Hilbert
engendré par le processus aléatoire Z(·), et H, où la variable aléatoire Z(x) ∈ Z correspond au
représentant kx ∈ H.

Le produit scalaire de Z est donc conservé dans H d’après la proposition 1.4.2. Reprenons les
hypothèses et notations du théorème 1.2.26 et du théorème 1.2.27.

Théorème 1.4.4
– Le prédicteur de krigeage sans bruit (1.20) correspond à





argmin
f=fM+fH∈M+H

‖fH‖2H
f(xi) = yi ∀i.

(1.22)

– Le prédicteur de krigeage avec bruit de mesure (1.21) correspond à

argmin
f=fM+fH∈M+H

1

n

n∑

i=1

(yi − f(xi))2 +
σ2ε
n
‖f‖2H. (1.23)

Preuve Les expressions des prédicteurs de krigeage sans et avec bruit de mesure seront rappelées
au chapitre 2, où l’on constatera qu’elles correspondent aux solutions respectives de (1.22) et
(1.23), données respectivement par le théorème 1.2.27 et le théorème 1.2.26 avec γ = σ2ε/n. �

On verra plus loin que le krigeage bruité et à moyenne constante m(x) = 1 est un cas particulier
de la SVR (Support Vector Regression, § 1.4.4), avec une fonction de coût quadratique. La
transformation Φ correspond à un processus aléatoire de moyenne nulle Z(·), et l’espace des
caractéristiques est Z muni du produit scalaire 〈Z1, Z2〉 = E [Z1Z2]. Le krigeage bruité à moyenne
quelconque est un cas particulier de la SVR semi-paramétrique évoquée à la remarque 1.4.25.

Remarque 1.4.5 [181, 182] Soit Z(·) un processus gaussien de moyenne nulle, dont la fonction
de covariance k(x, x′) = E[Z(x)Z(x′)] vérifie les conditions de Mercer-Hilbert-Schmidt (théorème
1.2.21). Si le noyau k(·, ·) est de dimension infinie (théorème 1.2.21), alors les trajectoires de Z
n’appartiennent pas, avec probabilité 1, à H. On peut donc dans ce cas se poser la question de
la pertinence de la modélisation par krigeage, car le prédicteur obtenu appartient, lui, à H. Pour
plus de détails concernant les trajectoires de processus aléatoires à valeurs dans un RKHS, on
pourra consulter [109].

Krigeage intrinsèque

Le krigeage intrinsèque correspond aux problèmes (1.20) et (1.21), à la différence que :
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– la fonction k(·, ·) est une covariance généralisée d’ordre q pour un certain q (ou de façon
équivalente, une fonction conditionnellement semi-définie positive d’ordre q), ce qui signifie
que

var

[
n∑

i=1

λif(xi)

]
=

n∑

i,j=1

λiλjk(xi, xj)

n’est définie que pour
∑n

i=1 λiδxi ∈ Λdq (car une variance est positive) ;
– le vecteur tm(x) est constitué de la base canonique de Pdq .

Définition 1.4.6 Le prédicteur de krigeage intrinsèque en x est le meilleur prédicteur linéaire
de f(x) obtenu à partir des observations {(xi, yi), i = 1, . . . , n}.

Du fait que la covariance est généralisée, la combinaison linéaire des observations formant le
prédicteur

∑n
i=1 λif(xi) n’est pas quelconque : en effet, pour pouvoir évaluer

E

[
f(x)−

n∑

i=1

λif(xi)

]2
= var

[
f(x)−

n∑

i=1

λif(xi)

]
,

il faut que δx −
∑n

i=1 λiδxi ∈ Λdq afin de garantir une variance positive. En utilisant les résultats
du paragraphe 1.3, on obtient le théorème suivant.

Théorème 1.4.7
– Le prédicteur de krigeage intrinsèque non bruité correspond à




argmin
f∈Ck

‖ΠFk
f‖2Fk

f(xi) = yi ∀i.
(1.24)

– Le prédicteur de krigeage intrinsèque avec bruit de mesure correspond à

argmin
f∈Ck

1

n

n∑

i=1

(yi − f(xi))2 +
σ2ε
n
‖ΠFk

f‖2Fk
. (1.25)

Preuve Les expressions des prédicteurs de krigeage intrinsèque sans et avec bruit de mesure
seront données dans l’annexe E, où l’on constatera qu’elles correspondent aux solutions respectives
de (1.24) et (1.25), données respectivement par le théorème 1.3.19 et le théorème 1.3.17 (en tenant
compte de la remarque 1.3.20), avec γ = σ2ε/n. �

1.4.2 Splines plaque mince

Après avoir rappelé la définition des splines polynômiales naturelles univariées, qui sont tout
simplement des fonctions polynômiales par morceaux sur un intervalle de R, le problème spécial
de régression régularisée dans R est présenté, dont la solution est une spline polynômiale naturelle
univariée.

Définition 1.4.8 [181] Soit [a, b] un intervalle de R, (éventuellement ]−∞, b], [a,∞[ ou R tout
entier), et x1, . . . , xn des réels appelés noeuds vérifiant a < x1 < · · · < xn < b. On appelle spline
naturelle de degré l une fonction réelle s(·) sur [a, b] ayant les propriétés suivantes :

– s(·) ∈ Pl−1 sur [a, x1] et [xn, b] ;
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– s(·) ∈ P2l−1 sur [xi, xi+1], i = 1, . . . , n − 1 ;
– s(·) ∈ C2l−2(R),

où Pl désigne l’ensemble de polynômes de degré au plus l sur R, et Cl l’ensemble des fonctions l
fois continûment dérivables.

On a la propriété d’unicité suivante.

Proposition 1.4.9 [181] Il existe une unique spline de degré n qui est un interpolateur pour
l’ensemble d’entraînement {(xi, yi), i = 1, . . . , n}.
L’intérêt de l’interpolation par spline par rapport à l’interpolatation polynômiale est que l’on évite
le phénomène de Runge (l’équivalent du phénomène de Gibbs pour les fonctions trigonométriques
[204]) : l’utilisation d’un polynôme interpolateur peut donner lieu à de fortes oscillations, il peut
même arriver que l’erreur d’approximation tende vers l’infini alors que l’ensemble d’entraînement
devient de plus en plus grand (voir la figure 2.5 page 71 pour se faire une idée du phénomène).

Afin de montrer le lien existant entre les splines et les RKHS, nous nous restreignons dans la
suite à X = [0, 1] pour simplifier la présentation. Rappelons tout d’abord une formule classique.

Proposition 1.4.10 (Théorème de Taylor avec reste intégral)[181] Soit f une fonction à valeurs
réelles définie sur [0, 1], q fois continûment dérivable, telle que f (q+1) ∈ L2[0, 1]. Alors

f(t) =

q∑

i=0

ti

i!
f (i)(0) +

∫ 1

0

(t− u)q+
q!

f (q+1)(u)du, (1.26)

avec (x)q+ = xq si x ≥ 0, (x)q+ = 0 sinon.

On peut alors définir un RKHS de fonctions définies sur [0, 1] comme la somme de deux RKHS,
chacun associé à un des termes de la somme dans (1.26).

Pour le premier terme, notons mi(t) = ti/i!, i = 0, . . . , q, alors les mi forment une base de
l’espace vectoriel Pq.

Proposition 1.4.11 [181] L’espace Pq, muni de la norme

‖f‖20 =
q∑

i=0

[
f (i) (0)

]2
,

est un espace de Hilbert dont m0, . . . ,mq est une base orthonormale, et aussi un RKHS de noyau
reproduisant

k0(s, t) =

q∑

i=0

mi(s)mi(t).

On notera H0 ce RKHS.

Pour le RKHS associé au deuxième terme de (1.26), notons Bq+1 la classe de fonctions
satisfaisant les hypothèses de la proposition 1.4.10 et les conditions de bord f (i)(0) = 0, i =
0, 1, . . . , q. Si f ∈ Bq+1 alors, d’après la proposition 1.4.10,

f(t) =

∫ 1

0

(t− u)q+
q!

f (q+1)(u) du

=

∫ 1

0
Gq+1(t, u)f

(q+1)(u) du,

avec Gq+1(t, u) =
(t− u)q+

q!
. On peut alors définir un RKHS inclus dans Bq+1.
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Proposition 1.4.12 [181] Soit

W 0
q+1 =

{
f ∈ Bq+1, f

(i) absolument continue pour i = 0, 1, . . . , q, f (q+1) ∈ L2
}
.

W 0
q+1 est un espace de Hilbert de norme ‖f‖21 =

∫ 1
0 (f (q+1)(t))

2
dt, et un RKHS de noyau

reproduisant

k1(s, t) =

∫ 1

0
Gq+1(t, u)Gq+1(s, u) du.

On notera H1 ce RKHS.

On peut maintenant définir l’espace d’hypothèses Wq+1 (qui est aussi un espace de Sobolev
[7], car notamment la norme fait intervenir des dérivées).

Théorème 1.4.13 [181] Soit

Wq+1 =
{
f : [0, 1]→ R, f (i) absolument continue pour i = 0, 1, . . . , q, f (q+1) ∈ L2

}
.

Muni de la norme ‖ · ‖2Wq+1
= ‖ · ‖20 + ‖ · ‖21, Wq+1 est un espace de Hilbert et

Wq+1 = H0

⊥
⊕H1.

De plus, Wq+1 est un RKHS de noyau reproduisant

k(s, t) = k0(s, t) + k1(s, t).

Remarque 1.4.14 [181]
– On peut montrer en toute généralité que le noyau reproduisant de la somme directe de deux

sous-espaces orthogonaux est la somme de leurs noyaux reproduisants ;
– la norme sur H1 ‖f‖21 =

∫ 1
0 (f (q+1)(t))

2
dt peut se réécrire ‖f‖21 = ‖P1f‖2Wq+1

= ‖P1f‖2H1
,

où P1 désigne la projection orthogonale sur H1 dans Wq+1. C’est cette norme (semi-norme
sur Wq+1) qui sera utilisée pour la pénalisation.

On peut maintenant énoncer le problème spécial de régression régularisée par des splines (il existe
aussi un problème général, pour lequel nous renvoyons à [181]). On recherche

argmin
f∈Wq+1

1

n

n∑

i=1

(yi − f(xi))2 + γ‖P1f‖2H1
. (1.27)

On est ramené dans le cadre du § 1.3. Avec les notations du théorème 1.3.17, cela revient à prendre
X = [0, 1], P1

q = H0, Fk = H1,ΠFk
= P1. Si l’on suppose la matrice M = (mj(xi))

j=0,...,q
i=1,...,n de

rang q′ = q+1, alors le théorème du représentant avec la remarque 1.3.20 donne l’expression de
la solution.

Remarque 1.4.15 On peut aussi écrire le problème d’interpolation associé comme dans le
théorème 1.3.19, qui donne alors l’expression de la solution.

La solution du problème (1.27), ou de son équivalent dans le cas de l’interpolation, s’appelle une
spline plaque mince (thin plate spline). Physiquement, on peut voir la solution comme une plaque
de métal mince et flexible ajustée de façon à être proche des points d’observation tout en étant
de courbure minimale (la norme peut être vue comme une énergie de flexion). On a finalement
le résultat annoncé.
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Théorème 1.4.16 [181] Si la matrice M est de rang q+1, la solution du problème spécial (1.27)
est une spline naturelle de degré q + 2.

Pour la définition des splines plaque mince sur Rd, ainsi que le choix de la constante de
pénalisation γ à l’aide de la validation croisée, on consultera [181, 182]. On pourra aussi voir
[136].

La méthode des splines plaque mince est donc équivalente au krigeage intrinsèque. Dans le
cas des splines, on commence par se donner un opérateur de régularisation P1, alors que dans le
krigeage on part d’une fonction de covariance généralisée pour construire l’espace d’hypothèses.
Passer d’un cadre à l’autre n’est pas toujours évident [158].

1.4.3 Ondelettes

Les ondelettes, introduites par Haar au début du XXe siècle afin de trouver une base de
fonctions pour laquelle la série de Fourier ne diverge jamais, ont été utilisées ensuite pour faire
de l’analyse de signal et du codage. Une application célèbre est le format de compression de
données bien connu JPEG 2000.

L’idée est de décomposer un signal en fonctions translatées et mises à l’échelle d’une fonction
de base ψ(·) (continue, intégrable, de carré intégrable) appelée ondelette mère. La courbe de
l’ondelette mère peut être vue comme une brêve oscillation, semblable aux enregistrements d’un
moniteur cardiaque. Dans le cas où la variable t est réelle, on demande souvent à la fonction ψ
de vérifier les conditions de moments

∫ +∞

−∞
tiψ(t) dt = 0, i = 0, 1, . . . , l − 1,

pour un certain l. L’ondelette mère génère ensuite une famille d’ondelettes

ψ(a,b)(t) =
1√
a
ψ

(
t− b
a

)
, a > 0, b ∈ R,

par changement d’échelle et translation en temps. La fonction ψ étant en général centrée en 0,
les fonctions ψ(a,b) sont centrées en b et d’échelle a par rapport à ψ. On dit alors que l’on fait de
l’analyse temps-échelle, car en faisant un balayage des grandes aux petites échelles on arrive à une
représentation de plus en plus précise d’un signal donné. Des bases orthonormales d’ondelettes
seront de la forme

ψi,j(t) = 2i/2ψ(2it− j), i, j ∈ Z.

Notons qu’il est également possible de faire de l’analyse temps-fréquence en utilisant des bases
de Fourier (voir [76] pour une mise en perspective historique de la théorie des ondelettes).

La régression à base d’ondelettes consiste à utiliser une famille orthonormale complète, puis à
ne garder que les termes dont le coefficient est suffisamment grand, ce que l’on appelle contraction
(shrinkage). On obtient alors une représentation creuse (sparse représentation) de la solution, ce
qui est utile en pratique pour stocker un signal de façon économique (par exemple, les empreintes
digitales des américains ont été codées puis compressées sur ce principe, puis mises en bibliothèque
par le FBI). L’intérêt des ondelettes est de pouvoir représenter à la fois des fonctions régulières
et des fonction ayant des « pics » localisés.

Afin de savoir si la famille de fonctions considérée permet de construire un RKHS, on peut
utiliser la théorie des frames.
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Définition 1.4.17 [135]. Soit H un espace de Hilbert. Un ensemble de vecteurs {φi}i∈Γ est une
frame, ou structure oblique de H s’il existe deux constantes A et B, 0 < A ≤ B <∞, telles que

A‖f‖2H ≤
∑

i∈Γ

|〈f, φi〉H|2 ≤ B‖f‖2H ∀f ∈ H.

Si A = B, la frame est dite tendue (tight).
L’opérateur de frame U est défini par

U : H −→ l2

f −→ {〈f, φi〉H}i∈Γ .

Pour pouvoir écrire la fonction f comme combinaison linéaire de frames, on définit les frames
duales à partir de l’opérateur U∗ adjoint de U (qui existe et est unique puisque H est un espace
de Hilbert et U est continu),

U∗ : l2 −→ H
{ci}i∈Γ −→ ∑

i∈Γ ciφi.

Si {φi}i∈Γ est une frame sur H, alors l’opérateur U∗U est inversible [38] et permet de définir la
frame duale.

Définition 1.4.18 [135] On appelle frame duale de φi la frame

φi = (U∗U)−1φi.

On a alors la relation suivante :

1

B
‖f‖2H ≤

∑

i∈Γ

|〈f, φi〉H|
2 ≤ 1

A
‖f‖2H ∀f ∈ H,

avec les coefficients A et B de la définition 1.4.17.
Si la frame est tendue, alors φi = 1

Aφi.

Théorème 1.4.19 [135] Soit φi une frame de H, et φi sa frame duale. Pour tout f de H,

f =
∑

i∈Γ

〈f, φi〉Hφi =
∑

i∈Γ

〈f, φi〉Hφi. (1.28)

Remarque 1.4.20 [135]
– Une base orthonormale d’un espace de Hilbert séparable H est un cas particulier de frame

où A = B = 1 ;
– on n’a pas précisé si l’ensemble d’indices Γ est fini ou infini : si Γ est infini, il faut utiliser

le théorème 1.4.21 et si Γ est fini, le théorème 1.4.22 pour savoir si l’espace engendré par
les {φi}i∈Γ est un RKHS. Dans ce dernier cas, les hypothèses sont plus simples car un
ensemble fini de fonctions {φi} est une frame de l’espace qu’il engendre quel que soit le
produit scalaire considéré (ce qui est faux en dimension infinie).

Le théorème suivant permet d’utiliser les frames pour savoir si un espace de Hilbert est un RKHS
et obtenir l’expression du noyau reproduisant.
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Théorème 1.4.21 [135] Soit H un espace de Hilbert de fonctions réelles définies sur un ensemble
X ⊂ Rd, et {φi}i∈Γ une frame de H. Si

∀x ∈ X ,
∥∥∥∥∥
∑

i∈Γ

φi(·)φi(x)
∥∥∥∥∥
H

<∞,

alors H est un RKHS, de noyau reproduisant

k(x, x′) =
∑

i∈Γ

φi(x)φi(x
′).

Preuve Soit x ∈ X . D’après (1.28), pour tout f ∈ H,

f(x) =
∑

i∈Γ

〈
f(·), φi(·)

〉
H
φi(x)

=

〈
f(·),

∑

i∈Γ

φi(·)φi(x)
〉

H

. (1.29)

Si H est un RKHS alors, par unicité du noyau reproduisant (théorème de Moore-Aronszajn), on
a bien k(x, x′) =

∑
i∈Γ φi(x)φi(x

′). Or, d’après (1.29),

|f(x)| =

∣∣∣∣∣

〈
f(·),

∑

i∈Γ

φi(·)φi(x)
〉

H

∣∣∣∣∣

≤ ‖f‖H

∥∥∥∥∥
∑

i∈Γ

φi(·)φi(x)
∥∥∥∥∥
H

= Mx‖f‖H.

Ainsi, puisque Mx <∞ par hypothèse, H est un RKHS. �

Une conséquence de ce théorème est le résultat suivant, qui permet de construire un RKHS à
partir d’un nombre fini de frames.

Théorème 1.4.22 [135] Soit {φi}i=1,...,N un ensemble fini de fonctions non identiquement
nulles, appartenant à un espace de Hilbert F de fonctions réelles définies sur un ensemble X ⊂ Rd,
telles que

∃M, sup
i=1,...,N

sup
x∈X
|φi(x)| ≤M.

On définit l’ensemble de fonctions

H =

{
f =

N∑

i=1

aiφi, ai ∈ R

}
.

Alors (H, 〈·, ·〉F ) est un RKHS de noyau reproduisant

k(x, x′) =

N∑

i=1

φi(x)φi(x
′). (1.30)
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Remarque 1.4.23 Ce critère est plus facile à vérifier en pratique que la condition de Mercer
(définition 1.2.17). De plus, le théorème 1.2.21 indique qu’un noyau de Mercer de dimension finie
N admet l’extension

k(x, x′) =

N∑

i=1

λiΦi(x)Φi(x
′), (1.31)

avec λi ≥ 0, et {Φi(·)}i une famille orthogonale. Les conditions du théorème 1.4.22 concernant
les frames sont moins restrictives. Notons que si les frames sont tendues ou forment une base
orthogonale, on obtient le même type de développement du noyau : l’équation (1.30) se ramène à
(1.31) car dans ce cas chaque frame est proportionnelle à son dual (définition 1.4.18 et remarque
1.4.20).

Exemple 1.4.24 [135]
– Tout ensemble fini de fonctions bornées de carré intégrable sur X , muni du produit scalaire

de L2(X ), engendre un RKHS. Par exemple, la famille
{
φi(t) = te−(t−i)2

}
i=1...,N

;

– l’espace engendré par la famille d’ondelettes
{
ψij(t) =

1

ai/2
ψ

(
t− bj
ai

)}

j=1...,N

, a, b ∈ R, i ∈ Z,

(avec ψ l’ondelette mère), muni du produit scalaire de L2(R), engendre un RKHS.

Le RKHS H étant construit, on peut appliquer par exemple le théorème 1.2.26 (du représentant,
cas quadratique) et obtenir la solution du problème posé en (1.7)

f(·) =
p∑

j=1

νjmj(·) +
n∑

i=1

αik(xi, ·).

En utilisant la formule (1.30), on obtient

f(·) =

p∑

j=1

νjmj(·) +
n∑

i=1

αik(xi, ·)

=

p∑

j=1

νjmj(·) +
n∑

i=1

αi

N∑

j=1

φj(xi)φj(·)

=

p∑

j=1

νjmj(·) +
N∑

j=1

(
n∑

i=1

αiφj(xi)

)
φj(·)

=

p∑

j=1

νjmj(·) +
N∑

i=1

diφi(·). (1.32)

On remarque donc que la combinaison linéaire de noyaux peut être remplacée par une
combinaison linéaire de frames.

L’utilisation de noyaux construits à partir de frames présente plusieurs avantages : la solution
peut être réécrite comme une combinaison linéaire de frames comme en (1.32), ce qui augmente
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l’interprétabilité du modèle par rapport à un noyau où la base propre est inconnue, et permet
également de sélectionner la famille de frames en fonction de la régularité souhaitée pour le
modèle. L’inconvénient principal est le coût de calcul algorithmique élevé des frames duales (un
algorithme est présenté dans [135]).

Des méthodes de résolution multi-échelle, où la régularisation se fait itérativement dans
des RKHS emboîtés construits à partir de bases d’ondelettes d’échelle de plus en plus grande,
sont présentées dans [9, 61, 135]. L’intérêt de la méthode est de remédier au sur-apprentissage
(une fonction f trop oscillante) et au sous-apprentissage (une fonction f trop lisse) dus au fait
qu’un noyau donné ne peut s’adapter à toutes les échelles d’un signal. Pour des applications des
ondeletes aux statistiques, on pourra consulter [11, 12].

1.4.4 Support Vector Machines

Les machines à vecteurs de support (Support Vector Machines, SVM) sont un type de machine
d’apprentissage proposé par Vapnik et al. [176], pouvant être utilisé pour la classification de
données ou la régression. Nous présentons cette méthode en dernier car quand on fait de la
régression, il s’agit d’une généralisation de l’ensemble des techniques précédentes (à l’exception
du fait que le noyau k(·, ·) est ici supposé continu afin de vérifier les hypothèses du théorème
1.2.21, ce qui n’est pas le cas pour les autres méthodes).

L’idée est de supposer que la relation entrée-sortie est linéaire, si l’on prend pour domaine
d’entrée l’espace des caractéristiques F = Φ(X ) (définition 1.2.15). Le produit scalaire dans F
est défini à partir d’un noyau de Mercer k(·, ·) (définition 1.2.17) par la relation

〈Φ(x),Φ(x′)〉F = k(x, x′)

(le théorème 1.2.21 assure l’existence de l’espace des caractéristiques et du produit scalaire associé
pour un noyau de Mercer). Le problème situé à l’origine dans l’espace X est ainsi déplacé dans
l’espace abstrait des caractéristiques F . L’idée de la méthode est que l’on n’a besoin de spécifier
ni la transformation Φ, ni l’espace F , ni le produit scalaire 〈·, ·〉F : tout se fait par l’intermédiaire
du noyau k(·, ·). C’est l’astuce du noyau (kernel trick) : en choisissant un noyau de Mercer, on
définit implicitement un espace des caractéristiques et un produit scalaire.

Dans le cas particulier de la régression par vecteurs de support (Support Vector Regression,
SVR), le système est modélisé par la fonction

f(x) = 〈ω,Φ(x)〉F + b, (1.33)

avec ω ∈ F [158]. On suppose donc que la fonction de régression est affine dans l’espace des
caractéristiques. Avec les notations du théorème 1.2.24 (du représentant), cela revient à prendre
M = R et H le RKHS engendré par le noyau k(·, ·).

Remarque 1.4.25 On peut étendre la SVR au cas où le terme paramétrique (ici, b) est plus
général qu’une constante, voir [156].

Afin d’estimer f à partir de l’ensemble d’entraînement {(xi, yi), i = 1 . . . n, xi ∈ Rp, yi ∈ R},
on cherche à minimiser la fonctionnelle de risque régularisée

1

n

n∑

i=1

c (f(xi), yi) + γ‖ω‖2F , (1.34)
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avec γ > 0, c’est-à-dire le risque empirique avec l’ajout d’un terme de régularisation qui pénalise
les fortes variations de la fonction f dans l’espace des caractéristiques. On reconnaît (1.7), avec
‖ · ‖F la norme de RKHS définie par le noyau k(·, ·).

La fonction de coût la plus utilisée est la fonction ε-insensitive [158]

c (f(x), y) =

{
|f(x)− y| − ε si |f(x)− y| ≥ ε ;
0 sinon,

(1.35)

où seuls les yi en dehors de la bande {[f(x)−ε, f(x)+ε], x ∈ X} (le tube ε-insensitif) contribuent
au coût. Pour d’autres fonctions de coût couramment utilisées et des détails sur la résolution du
problème d’optimisation associé, nous renvoyons à [157, 159].

La solution ω de (1.34) s’exprime en fonction de vecteurs de support (Support Vectors)

ω =

n∑

i=1

αiΦ(xi),

les xi pour lesquels αi 6= 0 sont les vecteurs de support. On a donc d’après (1.33)

f(x) = 〈ω,Φ(x)〉F + b

=

n∑

i=1

αi〈Φ(xi),Φ(x)〉F + b

=
n∑

i=1

αik(xi, x) + b,

et on retrouve la forme de la solution donnée dans le théorème 1.2.24. Pour une fonction de
coût ε-insensitive, les coefficients sont calculés en résolvant le problème d’optimisation convexe
équivalent à (1.34) [157].





argmin
ω,C,ξi,ξ∗i ,b

1
2‖ω‖

2
F + C

∑n
i=1(ξi + ξ∗i ) ;

yi − 〈ω,Φ(xi)〉F − b ≤ ε+ ξi ;

〈ω,Φ(xi)〉F + b− yi ≤ ε+ ξ∗i ;

ξi, ξ
∗
i ≥ 0,

avec C =
1

2nγ
. On peut montrer qu’il est équivalent de résoudre le problème dual





argmax
β,β∗∈Rn

− 1
2

∑n
i,j=1(βi − β∗i )(βj − β∗j )k(xi, xj)− ε

∑n
i=1(βi + β∗i ) +

∑n
i=1 yi(βi − β∗i ) ;

∑n
i=1(βi − β∗i ) = 0 ;

βi, β
∗
i ∈ [0, C],

où les variables duales β, β∗ vérifient ω =
∑n

i=1(βi−β∗i )xi. On a donc αi = βi−β∗i . Le coefficient
b s’obtient à partir des conditions de Karush-Kuhn-Tucker (KKT),

βi(ε+ ξi − yi + 〈ω,Φ(xi)〉F + b) = 0 ;

β∗i (ε+ ξ∗i + yi − 〈ω,Φ(xi)〉F + b) = 0 ;

(C − βi)ξi = 0 ;

(C − β∗i )ξ∗i = 0.
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On en déduit (voir [157] pour les détails) que b peut être calculé de la façon suivante :

b = yi − 〈ω,Φ(xi)〉F − ε pour βi ∈]0, C[ ;

b = yi − 〈ω,Φ(xi)〉F + ε pour β∗i ∈]0, C[.

On remarque que pour tous les yi à l’intérieur du tube ε-insensitif, βi = β∗i = 0, donc αi = 0.
Ceci justifie la définition des vecteurs de support.

Une extension de la SVR avec fonction de coût ε-insensitive aux noyaux conditionnellement
semi-définis positifs, est présentée dans [158]. Cependant, les contraintes de calcul font que la
méthode est applicable seulement pour des noyaux c.s-d.p. d’ordre au plus 1.

La remarque 1.4.25, et le fait que la fonction de coût peut être quelconque (notamment
quadratique) font que la SVR est un cadre général qui regroupe (à la continuité du noyau
près) l’ensemble des méthodes à noyaux présentées ici (on pourra consulter [10] pour un cas
curieux d’équivalence entre krigeage et SVR, avec une fonction de perte qui n’est pas la fonction
quadratique). Pour beaucoup plus de détails et d’autres références, nous renvoyons à [157].

Nous avons choisi d’utiliser le krigeage dans notre étude, car cette méthode permet d’obtenir
une expression du prédicteur et une estimation de l’erreur commise (l’erreur quadratique
moyenne) pour un coût de calcul moindre. Notons cependant qu’il est possible de mettre en
perspective bayésienne (voir l’annexe C) chacune des méthodes présentées, et d’obtenir une
expression de l’erreur quadratique moyenne en tout point (voir [54, 186] dans le cas de la SVR).



Chapitre 2

Krigeage

Parmi toutes les techniques de modélisation présentées au chapitre précédent, notre choix
s’est porté sur le krigeage. Le modèle est un processus aléatoire gaussien, de moyenne et fonction
de covariance paramétriques, dont on va estimer les paramètres. Si l’on admet la modélisation,
un intérêt du krigeage est qu’il fournit, à un coût de calcul faible, une estimation de l’erreur de
prédiction en tout point du domaine d’étude, ce qui donne une idée de la précision du modèle aux
points non échantillonnés. Un autre point intéressant est que le noyau reproduisant du RKHS
est une fonction de covariance, ce qui permet d’adopter une perspective probabiliste et d’utiliser
les résultats donnés par la théorie des probabilités.

Des éléments de la théorie des processus aléatoires gaussiens seront rappelés dans un premier
temps, qui permettront notamment de comprendre l’importance du choix de la fonction de
covariance. Puis la base de la théorie du krigeage sera présentée. Notons que nous avons
volontairement insisté sur le point de vue statistique de la théorie : pour une présentation plus
axée sur le point de vue de l’analyse fonctionnelle, on consultera [178].

2.1 Processus aléatoires gaussiens

2.1.1 Généralités

Commençons par rappeler ce qu’est un processus aléatoire. On se restreindra dans toute
la suite à des processus à valeurs réelles (une généralisation au cas complexe est donnée dans
[101, 161]).

Définition 2.1.1 [43] Soient (Ω,T ,P) un espace probabilisé et X un espace de paramètres. Un
processus aléatoire est une fonction à valeurs réelles Y (x, ω) définie sur X ×Ω qui, ∀x ∈ X fixé,
est une fonction mesurable Yx de ω ∈ Ω.

Dans la suite, X sera un sous-ensemble de Rd.

Remarque 2.1.2 [101]. Il est possible de voir un processus aléatoire de deux façons :
– comme une collection de variables aléatoires indexée par X , définies sur un même espace

d’états (et habituellement de même loi, comme on le verra pour les processus strictement
stationnaires), par l’intermédiaire de la fonction x ∈ X 7→ Yx. Ce point de vue sera utilisé
pour calculer la loi conditionnelle aux observations en un point non échantillonné.

– comme une façon d’associer une mesure de probabilité à un ensemble de fonctions définies
sur X , à travers l’application ω ∈ Ω 7→ Yω = Y (·, ω), qui à ω associe une trajectoire (ou

37



Chapitre 2 Krigeage 38

réalisation) du processus. Le modèle de krigeage sera obtenu en prenant une moyenne des
trajectoires conditionnelles aux observations.

Figure 2.1 – Représentations d’un processus aléatoire : en un point x ∈ X , Y (x) = Y (x, ·)
est une variable aléatoire définie sur Ω ; en un élément ω ∈ Ω, Y (ω) = Y (·, ω) est une fonction
définie sur X .

La loi d’un processus aléatoire est entièrement déterminée par ses répartitions finies,

Fx1,...,xi(y1, . . . , yi) = P(Yx1 ≤ y1, . . . , Yxi ≤ yi).

On peut montrer que les répartitions finies doivent satisfaire deux conditions pour être
consistantes les unes avec les autres,

Fx1,...,xi(y1, . . . , yi) = Fxπ(1),...,xπ(i)
(yπ(1), . . . , yπ(i)) ∀π ∈ Si, (2.1)

Fx1,...,xi−1(y1, . . . , yi−1) = Fx1,...,xi−1,xi(y1, . . . , yi−1,∞), (2.2)

∀i,∀x1, . . . , xi ∈ X et y1, . . . , yi ∈ R, avec Si le groupe des permutations de {1, . . . , i}. Ces
conditions de symétrie (2.1) et de compatibilité (2.2) viennent simplement du fait que les
évènements correspondant aux deux côtés des égalités sont identiques.

L’existence d’un processus aléatoire de répartitions finies symétriques et compatibles données
est garantie par le théorème suivant, conséquence du théorème d’existence (ou d’extension) de
Kolmogorov.
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Théorème 2.1.3 [57] Si un système de répartitions finies Fx1,...,xi satisfait les conditions (2.1)
et (2.2), alors il existe un espace de probabilité (Ω,T ,P) et un processus aléatoire Y défini sur
(Ω,T ,P), ayant Fx1,...,xi comme répartitions finies.

Les répartitions finies d’un processus aléatoire suffisent presque à caractériser l’ensemble des
propriétés du processus : on ne s’intéresse donc pas en général à l’espace abstrait (Ω,T ,P). Afin
de pouvoir connaître la régularité des trajectoires du processus à partir de ses répartitions finies,
il faut cependant faire l’hypothèse supplémentaire de séparabilité du processus aléatoire.

Définition 2.1.4 [57] On suppose que X ⊂ Rd est un espace métrique. Le processus aléatoire
Y (x, ω) est dit séparable si il existe un sous-ensemble dénombrable dense {x1, x2, . . .} de X et
un ensemble N ⊂ Ω de probabilité 0 tels que, pour tout ouvert O ⊂ X et tout ensemble fermé
F ⊂ R, les ensembles

{ω, Y (xi, ω) ∈ F, xi ∈ O} et {ω, Y (x, ω) ∈ F ∀x ∈ O}

diffèrent l’un de l’autre seulement par un sous-ensemble de N .

Observons maintenant l’on peut se restreindre aux processus séparables, en rappelant tout
d’abord la notion d’équivalence.

Définition 2.1.5 [57] Les processus aléatoires Y et Z, définis sur le même espace, sont dits
stochastiquement équivalents (ou une version l’un de l’autre), si P{ω, Y (x, ω) = Z(x, ω)} =
1 ∀x ∈ X .

Les trajectoires de deux processus équivalents sont donc identiques presque sûrement. Mais deux
processus équivalents, bien qu’ayant les mêmes répartitions finies, ne sont pas nécessairement
identiques.

Exemple 2.1.6 [2] Soit X = R et Ω = [0, 1], muni de la loi uniforme. Définissons deux processus
aléatoires sur X × Ω :

Y (x, ω) = 0 ∀x, ω ;

Z(x, ω) =

{
1 si x = ω ;

0 sinon.

Ces deux processus sont équivalents : à x fixé, ils ne diffèrent que sur l’ensemble de mesure nulle
{ω = x}. Néanmoins,

P{ω, Yω(·) est continue sur [0, 1]} = 1 ;
P{ω,Zω(·) est continue sur [0, 1]} = 0.

La proposition suivante permet cependant de se ramener à des processus séparables.

Proposition 2.1.7 [57] Si X est un espace métrique, tout processus aléatoire défini sur X admet
une version séparable.

À partir d’ici, les processus considérés seront donc supposés séparables : ils seront donc
entièrement déterminés par leurs répartitions finies.
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2.1.2 Moyenne et covariance

2.1.2.1 Généralités

Rappelons maintenant les fonctions classiques associées à un processus aléatoire.

Définition 2.1.8
La moyenne d’un processus aléatoire Y (x, ω) est la fonction

x ∈ X 7−→ m(x) = E(Yx).

Sa fonction de covariance est la fonction

x, x′ ∈ X 7−→ k(x, x′) = cov(Yx, Yx′) = E(YxYx′)−m(x)m(x′).

Sa variance est la fonction σ2(x) = k(x, x).
Sa fonction de corrélation est la fonction

x, x′ ∈ X 7−→ ρ(x, x′) = corr(Yx, Yx′) =
k(x, x′)

σ(x)σ(x′)
.

Les fonctions de covariance et de corrélation sont parfois appelées aussi fonction d’autocovariance
et fonction d’autocorrélation.

Une moyenne et une fonction de covariance ne suffisent pas en général à caractériser un
processus aléatoire, mais c’est le cas lorsque celui-ci est gaussien.

Définition 2.1.9 [161] Le vecteur aléatoire X, de taille l, suit la loi normale multivariée si
la variable aléatoire taX suit une loi normale monodimensionnelle ∀a ∈ Rl. On peut montrer
qu’alors µ = E(X) et Σ = cov(X,X) sont bien définies. Si de plus Σ est définie positive, alors
X suit la densité

p(x) =
1

(2π)
l
2
√

det(Σ)
exp

{
−
t(x− µ)Σ−1(x− µ)

2

}
. (2.3)

On notera cette loi Nl(µ,Σ).

Définition 2.1.10 Un processus (aléatoire) gaussien Y est un processus aléatoire dont toutes
les distributions finies (Y (x1), . . . , Y (xi)) sont normales multivariées ∀i et ∀x1, . . . , xi ∈ X .

Les processus gaussiens ont une place à part pour plusieurs raisons [2]. Ils permettent de modéliser
de nombreux phénomènes naturels, et il existe une théorie bien établie à leur sujet : le modèle
est entièrement spécifié par sa moyenne et sa fonction de covariance, et la forme simple de leurs
distributions finies permet d’obtenir des solutions analytiques pour des problèmes de prédiction
ou d’estimation.

Les fonctions de covariance sont étroitement liées aux fonctions semi-définies positives
(définition 1.2.7). Rappelons les résultats d’équivalence suivants [2].

Théorème 2.1.11 La classe des fonctions de covariance coïncide avec la classe des fonctions
semi-définies positives (définition 1.2.7).

Corollaire 2.1.12 La classe des fonctions de corrélation coïncide avec la classe des fonctions
semi-définies positives ρ(·, ·) vérifiant ρ(x, x) = 1.
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En pratique, on observe un ensemble {Yω(x1) . . . , Yω(xn)}, qui correspond à de l’information
partielle sur une seule réalisation Yω(·) du processus, et on souhaite faire de l’inférence statistique
sur la loi du processus. On constate que l’on est très loin du cadre classique, où l’inférence se
fait à partir de la connaissance d’un « vrai » échantillon, qui correspondrait ici à un ensemble
{Yω1(·), . . . , Yωn(·)} [144] : on dispose donc de beaucoup moins d’information que dans le cadre
classique. En restreignant la classe des processus considérés, on peut cependant obtenir un
argument théorique qui justifie la validité de l’inférence dans le cas des processus aléatoires :
on supposera que la variance et la moyenne sont invariantes selon certaines transformations, ce
qui permet de calculer des espérances mathématiques sur l’espace Ω à partir de moyennes dans
l’espace X (ce que l’on appelle ergodicité, voir l’annexe A).

Définition 2.1.13 Un processus aléatoire est stationnaire au sens strict si ses répartitions finies
sont invariantes par translation,

Fx1+t,...,xi+t(y1, . . . , yi) = Fx1,...,xi(y1, . . . , yi) ∀ i, x1, . . . , xi, et t ∈ X ,

autrement dit si les vecteurs aléatoires (Yx1 , . . . , Yxi) et (Yx1+t, . . . , Yxi+t) suivent la même loi.

Définition 2.1.14 Un processus aléatoire est stationnaire au sens faible si E[Y (x)2] < ∞ ∀x
et si

m(x) = m et k(x, x′) = k(τ),

avec τ = x− x′. La fonction de covariance est alors appelée fonction de covariance stationnaire.

Un processus aléatoire stationnaire au sens strict ayant des moments d’ordre 2 finis est aussi
stationnaire au sens faible. La réciproque est fausse en général, mais vraie pour les processus
gaussiens. Puisque nous allons utiliser des processus gaussiens, nous ne ferons plus la distinction
dans la suite et parlerons simplement de processus stationnaires.

Les fonctions de covariance stationnaire vérifient les propriétés suivantes [161] :
– k(0) ≥ 0 ;
– k(τ) = k(−τ) ;
– |k(τ)| ≤ k(0).

En effet, k(0) est la variance du processus, qui est toujours positive. Soient x, x′ tels que τ = x−x′.
Alors k(τ) = cov(Yx, Yx′) = cov(Yx′ , Yx) = k(−τ) ; enfin,

|k(τ)| = |cov(Yx, Yx′)| ≤
√

var(Yx)
√

var(Yx′) =
√
k(0)

2
= k(0),

par application de l’inégalité de Cauchy–Schwarz au semi produit scalaire k(·, ·) (remarque 1.2.4).

Remarque 2.1.15 [161] La régularité d’une fonction de covariance stationnaire k(·) est la même
que sa régularité en 0. Montrons-le pour ce qui concerne la continuité : si k(·) est continue en 0,
alors

|k(x)− k(x′)| =
∣∣cov{Y (x)− Y (x′), Y (0)}

∣∣

≤
√

var{Y (x)− Y (x′)}var{Y (0)}
=

√
2{k(0) − k(x− x′)}k(0)

−→
x→x′

0.

On peut noter que la moyenne et la variance d’un processus aléatoire stationnaire sont constantes,
la variance étant égale à σ2 = k(0). Pour un processus aléatoire Y gaussien, les variables aléatoires
Yx sont donc normales et identiquement distribuées (comme évoqué à la remarque 2.1.2).



Chapitre 2 Krigeage 42

Remarque 2.1.16 Une synthèse des résultats disponibles sur les valeurs prises par les
trajectoires d’un processus gaussien stationnaire Y est donnée dans [91]. Notons que ces résultats
ne s’appliquent pas aux trajectoires du processus conditionnel défini en x par (Y (x)|Y (x1) =
y1, . . . , Y (xn) = yn), qui n’est pas stationnaire.

En faisant l’hypothèse d’un processus gaussien stationnaire dont la fonction de covariance
tend vers 0 à l’infini, la validité de l’inférence est justifiée par un argument d’ergodicité (voir
l’annexe A). Si l’on souhaite encore renforcer les caractéristiques géométriques du processus, on
peut ajouter, à l’hypothèse d’invariance par translation, l’invariance par rotation et par réflexion.
Comme pour la stationnarité, on dispose d’une formulation stricte et faible pour l’isotropie,
qui sont équivalentes dans le cas des processus gaussiens [161]. Nous ne donnons donc que la
deuxième.

Définition 2.1.17 Un processus aléatoire stationnaire est isotrope (au sens faible) si

k(x, x′) = k(‖τ‖),

avec τ = x− x′. La fonction de covariance est alors appelée fonction de covariance isotrope.

Figure 2.2 – À gauche, toute paire de points dont le deuxième est obtenu par la même translation
du premier ont la même corrélation pour un processus stationnaire. À droite, tous les points d’un
cercle ont la même corrélation avec son centre pour un processus isotrope.

Il existe d’autres types de propriétés géométriques, comme l’anisotropie, la séparabilité (à ne
pas confondre avec la séparabilité du processus), et la symétrie par quadrant, pour la définition
desquelles nous renvoyons à [2].

Un processus gaussien étant entièrement déterminé par ses deux premiers moments, le choix
de la fonction de covariance est d’une importance capitale. Dans le paragraphe suivant, nous
allons observer le lien existant entre la fonction de covariance et la régularité d’un processus
gaussien stationnaire.

2.1.2.2 Covariance et régularité d’un processus gaussien stationnaire

Il est possible d’établir un lien entre la régularité d’un processus gaussien stationnaire et de sa
fonction de covariance en 0. Si on ne suppose pas le processus séparable, on ne peut qu’obtenir des
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résultats de régularité en moyenne quadratique (voir annexe B), peu intuitifs et peu satisfaisants
d’un point de vue pratique. Avec l’hypothèse de séparabilité, on peut établir des résultats plus
utiles de régularité des trajectoires presque sûrement.

Définition 2.1.18 Soit X ⊂ Rd. Un processus aléatoire Y est à trajectoires continues presque
sûrement sur X si

P{ω, Yω(·) est continue sur X} = 1.

On dira par abus de langage que le processus est à trajectoires continues.

La continuité des trajectoires du processus est en général le minimum que l’on attend lorsque
l’on fait de la modélisation. Le théorème suivant donne une condition suffisante de continuité des
trajectoires.

Théorème 2.1.19 [30] Soit Y un processus gaussien stationnaire dont la fonction de corrélation
ρ(·) est continue en 0. Si il existe ε > 0 tel que

1− ρ(τ) = O
(

1

|log ‖τ‖|1+ε
)

quand ‖τ‖ → 0, (2.4)

alors il existe une version de Y dont les trajectoires sont continues presque sûrement.

Si ρ(·) est continue en 0, mais ne vérifie pas (2.4), alors le processus Y est seulement continu
en moyenne quadratique (voir l’annexe B). Si ρ(·) est dérivable en 0, alors la condition (2.4) est
verifiée et Y admet une version dont les trajectoires sont continues presque sûrement.

Remarque 2.1.20 [2] En pratique, il est difficile de trouver une fonction de corrélation continue
ne vérifiant pas (2.4), à tel point qu’il est parfois suggéré de considérer qu’un processus gaussien
stationnaire séparable dont la fonction de corrélation est continue est à trajectoires continues.

Intéressons-nous maintenant à la dérivabilité du processus.

Définition 2.1.21 Soit X ⊂ Rd. Un processus aléatoire Y est (q fois) différentiable presque
sûrement sur X si

P{ω, Yw(·) est (q fois) différentiable sur X} = 1.

On dira par abus de langage que le processus est (q fois) différentiable.

On utilise le fait que le processus est défini sur Rd pour obtenir des résultats de régularité du
processus à partir de la fonction de covariance, en se servant des dérivées partielles.

Proposition 2.1.22 [30, 161] Soit Y un processus gaussien stationnaire, q fois différentiable
sur X ⊂ Rd, de fonction de covariance k(·). Alors la fonction de covariance des processus dérivés
(qui sont aussi gaussiens et stationnaires),

Y (κ)(x, ω) =
∂|κ|Y

∂xκ11 . . . ∂xκnn
(x, ω) =

∂|κ|Yω
∂xκ11 . . . ∂xκnn

(x),

avec κ = (κ1 . . . , κn), |κ| =
∑n

i=1 κi ≤ q, est donnée par

covκ(x, x
′) = (−1)|κ|k(2κ)(τ),

avec τ = x− x′, et k(κ)(τ) =
∂|κ|k

∂xκ11 . . . ∂xκnn
(τ).
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La réciproque est fausse en général : l’existence des fonctions covκ, |κ| ≤ q ne garantit pas que
le processus est q fois différentiable (voir cependant la remarque 2.1.23).

Pour montrer que le processus gaussien stationnaire Y est q fois différentiable, on peut
appliquer le théorème 2.1.19 aux fonctions covκ, |κ| = q (si elles sont bien définies) : si le théorème
est vrai pour toutes ces fonctions, les dérivées partielles d’ordre q sont toutes continues, et un
théorème de calcul différentiel permet de conclure que Y est q fois différentiable [2].

Remarque 2.1.23 (suite de la remarque 2.1.20). Si l’on considère que le théorème 2.1.19 est
toujours vrai en pratique, on peut appliquer le théorème B.0.18 de l’annexe B, et déduire la
régularité des trajectoires du processus de la régularité de sa fonction de covariance en 0.

Le théorème suivant, conséquence d’un résultat donné dans [17], donne une condition suffisante
de dérivabilité pour une famille de processus plus générale.

Théorème 2.1.24 Soit Y un processus stationnaire de moyenne nulle, défini sur Rd×Ω, ayant
des moments d’ordre 2 finis et une fonction de corrélation (n+1+2q) fois continûment dérivable.
Alors Y admet une version q fois continûment dérivable.

Remarque 2.1.25 Dans le cas d’un processus Y gaussien stationnaire, il suffit que la fonction
de covariance soit (2q + 1) fois dérivable en 0 pour que Y admette une version q fois dérivable,
car alors la condition (2.4) est verifiée pour les fonctions de corrélation des processus dérivés
{Y (κ), |κ| = q}. Les dérivées partielles d’ordre q des trajectoires de Y étant continues presque
sûrement, Y est alors q fois dérivable presque sûrement.

2.1.2.3 Construction de fonctions de covariance stationnaires

Dans le cas où la fonction de covariance est stationnaire, la fonction de corrélation vérifie
ρ(x, x′) = k(x− x′)/σ2 = ρ(x− x′). Définir une fonction de covariance stationnaire revient donc
à définir une fonction de corrélation stationnaire.
Il est possible de combiner des fonctions de corrélation existantes.

Proposition 2.1.26 [30] Soit Sd l’ensemble des fonctions de corrélation stationnaires de Rd.
– Si ρ1, ρ2 ∈ Sd, a1, a2 ≥ 0, et a1 + a2 = 1, alors a1ρ1 + a2ρ2 ∈ Sd ;
– si ρ1, ρ2 ∈ Sd, alors ρ1ρ2 ∈ Sd ;
– si ρi ∈ Sd ∀i, et ρ(x, x′) = limi→∞ ρi(x, x

′) existe ∀x, x′ ∈ Rd, alors ρ ∈ Sd.

Une méthode de construction explicite de fonctions de covariance stationnaires est donnée par
le théorème de Bochner.

Théorème 2.1.27 (de Bochner, cas réel)[2, 144, 161] Une fonction continue à valeurs réelles
k(·) est une fonction de covariance stationnaire sur Rd si, et seulement si, celle-ci peut s’écrire

k(τ) =

∫

Rd

cos(tτx)µ(dx),

avec µ une mesure positive symétrique bornée sur Rd.

Le résultat suivant s’en déduit immédiatement.
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Théorème 2.1.28 (de Wiener-Khintchine, cas réel)[2, 144, 161] Une fonction continue à
valeurs réelles ρ(·) est une fonction de corrélation stationnaire sur Rd si, et seulement si, celle-ci
peut s’écrire

ρ(τ) =

∫

Rd

cos(tτx)υ(dx), (2.5)

avec υ une mesure de probabilité symétrique sur Rd, appelée mesure spectrale correspondant à
ρ(·).
Si υ admet une densité f(·) par rapport à la mesure de Lebesgue, alors

ρ(τ) =

∫

Rd

cos(tτx)f(x)λd(dx),

avec λd la mesure de Lebesgue sur Rd. La fonction f(·) est appelée densité spectrale correspondant
à ρ(·).

Une fonction de corrélation stationnaire est donc la transformée de Fourier d’une mesure de
probabilité symétrique υ. Dans le cas où cette mesure admet une densité spectrale f(·), il existe
une formule d’inversion, pour laquelle nous renvoyons à [2, 161]. Le comportement de la mesure
spectrale à l’infini est étroitement relié à la régularité de la fonction de covariance en 0 (et donc
à la régularité du processus aléatoire) : on pourra consulter les théorèmes abelien et tauberien
donnés dans [161].

Pour une fonction de corrélation isotrope, l’intégrale (2.5) prend une forme simple.

Théorème 2.1.29 [2, 161] Une fonction continue à valeurs réelles ρ(·) est une fonction de
corrélation isotrope sur Rd (d ≥ 2) si, et seulement si, elle peut s’écrire

ρ(‖τ‖) = 2
d−2
2 Γ

(
d

2

)∫ ∞

0

J d−2
2
(‖τ‖x)

(‖τ‖x) d−2
2

F (dx). (2.6)

La fonction F (·), appelée fonction de répartition spectrale isotrope correspondant à ρ(·), est une
fonction croissante sur [0,∞[ vérifiant F (0) = 0 et limx→∞ F (x) = 1, et Jν(·) est la fonction de
Bessel ordinaire [3].
La fonction de répartition spectrale isotrope F (·) est liée à la mesure spectrale υ par la formule

F (t) =

∫

‖x‖<t
υ(dx).

Dans le cas d = 1, on obtient immédiatement à partir de (2.5),

ρ(|τ |) =
∫

R

cos(|τ |x)F (dx), (2.7)

qui se réécrit avec la densité spectrale

ρ(|τ |) = 2

∫ ∞

0
cos(|τ |x)f(x)λ(dx). (2.8)

Il faut prendre garde au fait qu’une fonction de corrélation isotrope ρ(‖ · ‖) sur Rd n’est pas
forcément semi-définie positive sur Rd+1. Mais la réciproque est vraie.

Proposition 2.1.30 [30] Une fonction de corrélation isotrope ρ(‖ · ‖) définie sur Rd+1 est aussi
une fonction de corrélation isotrope sur Rd.
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Nous rappelons maintenant les fonctions de corrélation stationnaires et isotropes les plus
classiques [104, 141, 144, 161].

Exemple 2.1.31 Construisons des fonctions de corrélation stationnaires ou isotropes sur Rd à
partir de densités de probabilité f(·), en utilisant les relations (2.6) et (2.8).

– si f(x) ∝ e−x2

4θ , θ > 0, on obtient la fonction de corrélation gaussienne sur R,

ρ(|τ |) = e−θτ
2
, τ ∈ R, θ > 0. (2.9)

Le terme θ est un paramètre d’échelle qui mesure à quelle vitesse la corrélation décroît à
mesure que la distance |τ | devient grande.
La généralisation à Rd s’obtient par multiplication en utilisant la proposition 2.1.26 :

ρ(τ) = e−
∑d

i=1 θiτ
2
i , τ ∈ R

d, θi > 0. (2.10)

Si les θi sont tous égaux, on obtient la fonction de corrélation gaussienne isotrope sur Rd

ρ(‖τ‖) = e−θ‖τ‖
2
, τ ∈ R

d, θ > 0.

C’est la seule fonction de corrélation isotrope qui peut se factoriser en d fonctions de chaque
facteur τi [161].
On remarque que les fonctions de corrélation gaussiennes sont infiniment dérivables à
l’origine. Les trajectoires du processus gaussien stationnaire correspondant sont infiniment
dérivables presque sûrement.

– si f(x) ∝ 1

(θ2 + x2)
d+1
2

, θ > 0, on obtient une fonction de corrélation exponentielle isotrope

sur Rd,
ρ(‖τ‖) = e−θ‖τ‖, τ ∈ R

d, θ > 0. (2.11)

Un processus gaussien défini sur R de fonction de corrélation (2.11) est appelé processus
d’Ornstein-Uhlenbeck.
En utilisant la proposition 2.1.26 et multipliant d fonctions de corrélation exponentielle
isotrope définies sur R, on obtient une version stationnaire non isotrope de la fonction de
corrélation exponentielle,

ρ(τ) = e−
∑d

i=1 θi|τi|, τ ∈ R
d, θi > 0. (2.12)

On remarque que ces fonctions de corrélation exponentielles (2.12) sont continues, mais
pas dérivables à l’origine. Les trajectoires du processus gaussien stationnaire correspondant
sont seulement continues presque sûrement.
Remarque 2.1.32 La version la plus générale des fonctions de corrélation exponentielle
est donnée par

ρ(τ) = e−
∑d

i=1 θi|τi|
pi
, τ ∈ R

d, θi > 0, pi ∈]0, 2]. (2.13)

On remarque que les fonctions de corrélation gaussienne (2.10) et exponentielle de type
(2.12) sont un cas particulier de fonctions de corrélation exponentielle. Les fonctions
de corrélation exponentielle sont continues à l’origine, et aucune, à part la fonction de
corrélation gaussienne, n’est dérivable à l’origine. Les trajectoires d’un processus gaussien
de covariance exponentielle sont continues presque sûrement si p ∈]0, 2[, ou infiniment
dérivables presque sûrement si p = 2.
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– si f(x) ∝ 1

(θ2 + x2)ν+
d
2

, θ > 0, ν > 0, on obtient la fonction de corrélation de Matérn

isotrope sur Rd [161],

ρ(‖τ‖) = 1

Γ(ν)2ν−1
(θ‖τ‖)νKν(θ‖τ‖), τ ∈ R

d, θ > 0, ν > 0 (2.14)

avec Kν(·) une fonction de Bessel modifiée [3].
Le terme θ est un paramètre d’échelle ; le paramètre ν définit la régularité du processus
gaussien associé, qui est q fois dérivable presque sûrement si, et seulement si, ν > q [161].
La forme la plus générale des fonctions de corrélation de Matérn est obtenue en multipliant
des fonctions de type (2.14) définies sur R (c.f. proposition 2.1.26),

ρ(τ) =

d∏

i=1

1

Γ(νi)2νi−1
(θi|τi|)νiKνi(θi|τi|), τ ∈ R

d, θi > 0, νi > 0. (2.15)

En observant leurs densités spectrales, on remarque que les fonctions de corrélation
exponentielle de type (2.12) et exponentielle isotrope (2.11) sont respectivement un cas
particulier des fonctions de corrélation de Matérn (2.15) et Matérn isotrope (2.14).
La fonction de corrélation gaussienne est un cas limite de fonction de corrélation de Matérn.
En effet, après reparamétrisation de la fonction de corrélation de Matérn, on obtient [144]

1

Γ(ν)2ν−1

(
2
√
θν|τ |

)ν
Kν

(
2
√
θν|τ |

)
−→
ν→∞

e−θτ
2
.

On aurait donc pu définir les fonctions de corrélation gaussienne à partir des fonctions de
corrélation de Matérn, en utilisant la proposition 2.1.26.
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Figure 2.3 – Fonctions de covariance gaussienne (gauche), exponentielle (milieu) et Matérn
(droite).
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Figure 2.4 – Trajectoires d’un processus gaussien de moyenne nulle et fonction de covariance
gaussienne (gauche), exponentielle (milieu) et Matérn (droite). Les trajectoires ont été obtenues
avec la commande Matlab mvnrnd.

Pour une liste plus exhaustive de fonctions de corrélation stationnaires ou isotropes, nous
renvoyons à [2].

Concernant le choix de la fonction de corrélation, il est parfois suggéré d’utiliser les fonctions
de corrélation de Matérn, plus flexibles car le paramètre ν permet d’ajuster la régularité du
processus que l’on ne connaît pas en général a priori [161] ; le nombre de paramètres à estimer
est alors plus grand, ce qui rend l’optimisation plus coûteuse en temps de calcul (notons qu’il
est aussi possible de fixer la valeur de ν à la régularité souhaitée [178]). De plus, l’évaluation de
la fonction Kν(·) est sujette à des instabilités numériques pour des grandes valeurs de ν [142].
Nous verrons en 2.3 que la problématique liée à l’estimation des paramètres est différente selon
la fonction de covariance utilisée.
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2.2 Krigeage

Nous en arrivons à la technique du krigeage, qui consiste à faire de la prédiction optimale
d’un processus gaussien (pour une extension à l’estimation d’intégrales de processus, voir [20]).
Nous faisons donc tout d’abord quelques rappels concernant la prédiction, puis présentons le
formalisme de la méthode et donnons quelques-unes de ses propriétés. Pour un bref aperçu
historique de la méthode, revoir le paragraphe 1.4.1.

2.2.1 Prédiction

Faisons tout d’abord quelques rappels concernant la prédiction. On souhaite prédire une
variable aléatoire Y0 à partir d’un échantillon (non i.i.d.) Y n = t(Y1, . . . , Yn). Dans la suite,
toutes les variables considérées sont supposées de carré intégrable.

Définition 2.2.1 [127, 144] On appelle
– statistique : une variable aléatoire g(Y1, . . . , Yn), avec g : Rn → R une fonction borélienne

(en pratique, g est une fonction continue).
– prédicteur (de Y0 à partir de l’échantillon Y n) : une statistique Ŷ0 = Ŷ0(Y

n).
– prédicteur linéaire : un prédicteur qui s’écrit Ŷ0(Y n) = a0 +

taY n, avec a ∈ Rn.
– prédicteur non biaisé : un prédicteur sans biais par rapport à une famille donnée F de lois
µ du couple (Y0, Y

n). Autrement dit, Eµ{Ŷ0} = Eµ{Y0} ∀µ ∈ F , avec Eµ{·} l’espérance
mathématique sous la loi µ.

On notera LUP (Linear Unbiased Predictor) tout prédicteur linéaire sans biais.

La condition d’absence de biais dépend de la famille de lois F considérée (qui est en général
paramétrique) : plus grande sera choisie cette famille de lois, plus restreinte sera la classe des
prédicteurs sans biais.

Exemple 2.2.2 [144] Supposons que Yi = β+ ǫi, 0 ≤ i ≤ n, avec β 6= 0 connu et ǫi des variables
aléatoires non corrélées, centrées de variance σ2 > 0 inconnue, définit la famille de lois F . On
cherche un LUP Ŷ0 = a0 +

taY n. La condition de non biais s’écrit E{Ŷ0} = E{Y0} ∀σ2 > 0,
soit a0+β

∑n
i=1 ai = β puisque l’espérance ne dépend pas de σ2. Des LUPs possibles s’obtiennent

en prenant par exemple a0 = β et
∑n

i=1 ai = 0, ou a0 = 0 et
∑n

i=1 ai = 1.
Si on agrandit la famille F , en considérant β quelconque et inconnu, on obtient a0 = 0 car la
condition de non biais doit être satisfaite pour β = 0, et

∑n
i=1 ai = 1 car elle doit être verifiée

aussi pour tout β 6= 0. On voit donc sur cet exemple simple que l’on a restreint la classe des
LUPs admissibles en agrandissant la famille de lois F , ou, inversement, qu’un LUP pour une
famille de lois F est aussi un LUP pour une sous-famille de F .

Afin de pouvoir choisir un prédicteur, on se donne un critère de comparaison. Le critère le plus
utilisé est l’erreur quadratique moyenne, EQM (ou mean squared error, MSE).

Définition 2.2.3 Supposons que (Y0, Y
n) suit la loi µ. L’erreur quadratique moyenne du

prédicteur Ŷ0 = Ŷ0(Y
n) est donnée par

EQMµ

[
Ŷ0

]
= Eµ

[(
Ŷ0 − Y0

)2]
. (2.16)
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Un prédicteur intéressant aura une petite EQM. Idéalement, on souhaiterait un prédicteur Ŷ ∗
0

vérifiant

Ŷ ∗
0 ∈ argmin

Ŷ0

EQMµ

[
Ŷ0

]
. (2.17)

Les prédicteurs minimisant l’EQM sont appelés meilleurs prédicteurs (best predictors). Ce critère
de choix du prédicteur dépend fortement de la loi µ, que l’on ne connait pas en pratique [144].
Il est donc souhaitable que (2.17) soit verifiée pour un grand nombre de lois µ.

Un théorème fondamental de la prédiction donne l’expression du meilleur prédicteur sous
forme d’espérance conditionnelle.

Théorème 2.2.4 [144] Supposons que (Y0, Y
n) suit la loi µ, pour laquelle l’espérance

conditionnelle de Y0 sachant Y n existe. Alors

Ŷ ∗
0 = Eµ(Y0|Y n)

est le meilleur prédicteur de Y0.

En général, on ne sait pas calculer cette espérance conditionnelle. C’est pourquoi, dans la suite,
on fera des hypothèses simplificatrices sur la loi du couple (Y0, Y

n) qui sera supposée gaussienne :
on sait alors que le meilleur prédicteur est linéaire. On restreint la classe des prédicteurs linéaires
aux prédicteurs sans biais afin de pouvoir calculer le meilleur prédicteur lorsque les paramètres
de la moyenne sont inconnus. On cherche donc à déterminer le meilleur LUP, appelé BLUP (Best
Linear Unbiased Predictor) [137].

Remarque 2.2.5 [161] Le BLUP peut être très éloigné du meilleur prédicteur si le processus
n’est pas gaussien.

2.2.2 Modèle

Le krigeage est un cas particulier du problème de prédiction présenté au paragraphe
précédent, où les variables aléatoire {Yi, 0 ≤ i ≤ n} correspondent à des variables aléatoires
{Y (xi), 0 ≤ i ≤ n}, avec Y (x, ω) un processus gaussien.

Dans le cas d’une réponse déterministe, le système est modelisé par

Y (x) = tm(x)β + Z(x), (2.18)

où m(·) est une fonction connue à valeurs dans Rp, β est un vecteur à p coefficients inconnus et
Z(·) est un processus gaussien stationnaire, de moyenne nulle et fonction de covariance connue
k(·, ·). Le modèle contient donc un terme de régression déterministe (la moyenne) et un terme
aléatoire.
La fonction m(·) est déterminée par notre connaissance a priori du phénomène à modéliser, c’est
en général un vecteur de fonctions monomiales. Si par exemple x ∈ R et p = 3, on pourrait
avoir m(x) = t(1, x, x2) et le modèle s’écrirait alors Y (x) = β0 + β1x+ β2x

2 +Z(x). Des auteurs
préconisent l’utilisation d’une moyenne constante m(x) = 1, ayant observé que cela donne un
prédicteur satisfaisant en pratique et simplifie les calculs [142] (le processus Y est donc supposé
stationnaire).
Il est aussi possible d’utiliser la théorie de la sélection de modèle pour déterminer les termes de
la moyenne, voir [73]. On prendra garde au fait que les critères classiques de type R2 ou Cp de
Mallows [86] ne s’appliquent pas ici, car les « erreurs » Z(x) ne sont pas indépendantes.
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Remarque 2.2.6
– En pratique, la fonction de covariance k(·, ·) est inconnue mais paramétrique ;
– le processus aléatoire Z(·) sera supposé régulier, ou non dégénéré, c’est-à-dire vérifiant la

condition suivante : quel que soit le choix des points d’observation x1, . . . , xn, la matrice de
covariance K = (k(xi, xj))1≤i,j≤n est inversible. Sous l’hypothèse de stationnarité de Z(·),
cela revient à prendre une fonction k(·) définie positive.

Supposons que l’on observe Y n = t(Y (x1), . . . , Y (xn)) et que l’on souhaite prédire Y0 = Y (x0)
(notons que ce ne sont pas ici des observations i.i.d. mais les valeurs prises par la trajectoire Yω
aux points x1, . . . , xn pour une valeur de ω fixée). Avec un modèle de la forme (2.18), on peut,
en utilisant l’hypothèse gaussienne, écrire la loi µ du couple (Y0, Y

n).

Proposition 2.2.7 [144] Sous le modèle (2.18),

(
Y0
Y n

)
∼ N1+n

[(
tm0

M

)
β, σ2

(
1 tr0
r0 R

)]
, (2.19)

avec m0 = m(x0),M = t(m(x1) . . . m(xn)), R = corr(Y n), r0 = corr(Y n, Y0), et σ2 la variance
(constante, par stationnarité) de Z.

Calculons maintenant le BLUP en x0. Si on note µ la loi (2.19), on cherche un prédicteur
linéaire de la forme

Ŷ0 =
tc0Y

n (2.20)

(le terme constant est égal à 0 par le même argument de non biais que dans l’exemple 2.2.2). On
va choisir un vecteur de poids c0 qui minimise la quantité

EQMµ[Ŷ0] = Eµ[
tc0Y

n − Y0]2,

sous la contrainte (de non biais)
Eµ[

tc0Y
n] = Eµ[Y0],

qui se réécrit
tMc0 = m0.

On a

EQMµ[Ŷ0] = Eµ

[(
tc0(Mβ + Y n)− (tm0β + Y0)

)2]

= Eµ

[(
(tc0M − tm0)β + tc0Y

n − Y0
)2]

= Eµ
[
tc0Y

ntY nc0 − 2tc0Y
nY0 + Y 2

0

]

= σ2tc0Rc0 − 2σ2tc0r0 + σ2,

soit
EQMµ[Ŷ0] = σ2

(
tc0Rc0 − 2tc0r0 + 1

)
. (2.21)

La quantité que l’on doit minimiser est donc tc0Rc0 − 2tc0r0. Le système à résoudre est donc la
minimisation d’une fonctionnelle quadratique sous contraintes linéaires,

c0 = argmin
a∈Rn,tMa=m0

taRa− 2tar0. (2.22)
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On utilise la technique des multiplicateurs de Lagrange [13] : on cherche (c0, λ0) ∈ Rn+p qui
minimisent la quantité

tc0Rc0 − 2tc0r0 + 2tλ0(
tMc0 −m0).

Cherchant les zéros du gradient, on obtient alors le système
(
R M
tM 0

)(
c0
λ0

)
=

(
r0
m0

)
.

On montre que la solution de ce système est

c0 = R−1 (r0 −Mλ0) ;

λ0 = (tMR−1M)
−1 (tMR−1r0 −m0

)
.

En injectant la valeur de c0 dans (2.20) et (2.21), on obtient finalement l’équation condensée du
BLUP en x0.

Proposition 2.2.8 [144, 161] Le BLUP au point x0 pour le modèle (2.18) s’écrit

Ŷ0 =
tm0β̂ + tr0R

−1(Y n −Mβ̂), (2.23)

avec β̂ = (tMR−1M)
−1tMR−1Y n l’estimateur des moindres carrés pondérés de β̂.

L’EQM correspondant vaut

EQMµ(x0) = σ2
(
1− tr0R

−1r0 +
tγ(tMR−1M)

−1
γ
)
, (2.24)

avec γ = m0 − tMR−1r0.

Remarque 2.2.9 [163] Sous certaines conditions, le prédicteur en x0 dépend principalement des
observations situées au voisinage de x0 : le ie terme du vecteur c0 sera d’autant prépondérant
que xi est proche de x0. Ce phénomène est appelé effet d’écran (screening effect). On retrouve
un analogue des vecteurs de support dans le cas de la SVR (§ 1.4.4).

Le BLUP (2.23) s’appelle aussi prédicteur de krigeage. Si on a posé m(x) = 0, on dit qu’on fait
du krigeage simple. Si m(x) = 1, cela s’appelle du krigeage ordinaire, et si m(x) a une forme plus
générale c’est du krigeage universel ou du krigeage à dérive externe.

Remarque 2.2.10 [31, 144] L’équation (2.23) du BLUP correspond bien à la forme (1.11)
donnée par le théorème du représentant. En effet, pour tout x ∈ Rd,

Ŷ (x) =

p∑

j=1

β̂jmj(x) +

n∑

i=1

αik(x− xi), (2.25)

avec α = t(α1, . . . , αn) = K−1(Y n−Mβ̂). La régularité du prédicteur dépend donc de la régularité
de la moyenne m(·) et de la covariance k(·), et la régularité aux points d’observation xi dépend
de la régularité de la covariance en 0. On remarque surtout qu’il n’est pas nécessaire de recalculer
les coefficients du prédicteur en chaque point : après avoir évalué β̂ et α, on dispose en effet de
la formule (2.25) qui donne la valeur du prédicteur en tout point x. Les coefficients α et β̂ sont
solution du système de krigeage dual

(
K M
tM 0

)(
α

β̂

)
=

(
Y n

0

)
,
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identique à (1.12), qui caractérise le BLUP comme étant l’unique interpolateur de la forme (2.25)
vérifiant {

Ŷ (xi) = Y (xi) ∀i = 1, . . . , n ;∑n
i=1 αimi(xj) = 0 ∀j = 1, . . . , p.

L’EQM correspondant au BLUP est souvent appelée variance de krigeage.

Corollaire 2.2.11 [144] Le prédicteur (2.23) est un interpolateur : Ŷ (xi) = Y (xi) ∀i =
1 . . . , n. De plus, EQMµ(xi) = 0 ∀i = 1 . . . , n.

Preuve Supposons que x0 = xi, pour une valeur de i fixée dans 1, . . . , n. Alors m0 = m(xi) et
tr0 = (ρ(xi−x1), . . . , ρ(xi−xn)), qui est la ie ligne de R. Donc R−1r0 =

t(0, . . . , 0, 1, 0, . . . , 0) = ei,
le ie vecteur canonique de Rn. Ainsi Ŷ (x0) =

tm(xi)β̂+
tei(Y

n−Mβ̂) = tm(xi)β̂+Yi− tm(xi)β̂ =
Yi.
Par le même raisonnement, on obtient EQMµ(xi) = σ2

(
1− ρ(xi, xi) + tγ(tMR−1M)

−1
γ
)
, avec

γ = m(xi)− tMei = 0, c’est-à-dire EQMµ(xi) = 0. �

Ceci est caractéristique d’un système déterministe (absence d’erreur de mesure d’un code
informatique [141, 142]) : observer plusieurs fois en un même point x donne toujours la même
valeur Y (x), d’où l’absence d’erreur aux points déjà observés (on pourra cependant consulter
[51] pour se convaincre qu’un type de bruit peut affecter la réponse d’un ordinateur si l’on utilise
des méthodes itératives : le niveau de bruit est alors déterminé par la précision demandée à la
méthode itérative).

Il est en fait facile de calculer la distribution conditionnelle de Y0 à partir de la loi jointe
(2.19), en utilisant le résultat suivant.

Proposition 2.2.12 [161] Soit X = t(tX1,
tX2) un vecteur aléatoire de taille q = q1 + q2, de loi

normale multivariée

Nq
((

µ1
µ2

)
,

(
Σ11 Σ12

Σ21 Σ22

))
.

Alors la distribution conditionnelle de X1 sachant X2 = x2 est la loi

Nq1
(
µ1 +Σ12Σ

−
22(x2 − µ2),Σ11 − Σ12Σ

−
22Σ21

)
,

avec Σ−
22 une inverse généralisée quelconque de Σ22 (ou son unique inverse si Σ22 est inversible)

[126].

Remarque 2.2.13 [144] La loi conditionnelle [Y0|Y n] est donc normale lorsque β et k(·, ·)
sont connus. En pratique, β et k(·, ·) sont inconnus, et quand on a besoin de la distribution
conditionnelle de Y0 on utilise souvent la loi (fausse)

N (Ŷ0,EQMµ̂(Y0)), (2.26)

avec Ŷ0 et EQMµ̂(Y0) donnés en (2.23) et (2.24) (la notation µ̂ signalant que les paramètres
inconnus du modèle ont été remplacés par une estimation). La vraie loi conditionnelle de Y0
dépend des lois a priori que l’on met sur les paramètres (on entre alors dans le cadre bayésien, voir
l’annexe C). La loi (2.26) est cependant généralement une bonne approximation de la distribution
de la loi [Y0|Y n] lorsque les paramètres du modèle sont inconnus.

Le corollaire suivant montre que sous l’hypothèse gaussienne, le BLUP (2.23) correspond au
meilleur prédicteur si β est connu.
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Corollaire 2.2.14 [144, 161] Si β est connu dans le modèle (2.18), alors

E [Y0|Y n] = tm0β + tr0R
−1(Y n −Mβ). (2.27)

Le théorème 2.2.4 nous dit alors que (2.27) est le meilleur prédicteur lorsque β est connu. On
remarque que ce prédicteur varie avec β, ce qui explique pourquoi on utilise le BLUP, valable
pour toute valeur de β (mais dépendant aussi de la fonction de covariance k(·, ·)).
Le corollaire 2.2.14 rend donc légitime l’utilisation des prédicteurs linéaires dans le cas gaussien.
Rappelons cependant que le meilleur prédicteur linéaire peut être très éloigné du meilleur
prédicteur si le processus aléatoire n’est pas gaussien.

Remarque 2.2.15 [161] On a supposé que seuls les paramètres de la covariance étaient connus
pour obtenir l’expression du prédicteur (2.23) et de l’EQM (2.24), mais il aurait été possible de
supposer aussi β connu. Dans ce cas, on obtient le BLP (2.27), dont la variance est donnée dans
la proposition 2.2.12 et vaut σ2(1− tr0R−1r0) (comparer avec (2.24), on remarque que la variance
diminue, ce qui est raisonnable). Un argument de projection dans un espace de Hilbert permet
de donner une caractérisation du BLP en terme d’orthogonalité. Soit H l’espace de Hilbert,
completé de l’espace Vect{Y (x), x ∈ X} pour le produit 〈h, k〉 = E[hk]. Le BLP est la projection
orthogonale dans H de Y (x0) sur le sous-espace G = Vect{Y (x1), . . . , Y (xn)} : c’est donc l’unique
élément g0 de G vérifiant

Y (x0)− g0⊥ g ∀g ∈ G,
l’erreur est orthogonale aux observations (voir [178] pour davantage de détails concernant le
prédicteur de krigeage vu comme une projection).

En pratique, on ne peut pas utiliser tel quel le prédicteur (2.23) et l’EQM (2.24) car les
paramètres de la fonction de covariance sont inconnus. On va donc les estimer puis les injecter
dans les équations (2.23) et (2.24) obtenues pour une fonction de covariance connue (ce sont les
paramètres de la loi normale utilisés dans la remarque 2.2.13). Ce prédicteur « plug-in » s’appelle
EBLUP (Empirical BLUP, BLUP empirique) [34].
Nous utilisons donc un prédicteur du type

Ŷ0 =
tm0β̂ + tr̂0R̂

−1(Y n −Mβ̂), (2.28)

avec β̂ = (tMR̂−1M)
−1tMR̂−1Y n, et R̂ et r̂0 des estimations de R et r0. Notons que l’appellation

EBLUP est trompeuse, car R̂ = R̂(Y n) et r̂0 = r̂0(Y
n) sont en général non-linéaires en Y n : les

EBLUPs sont donc le plus souvent non linéaires, et mêmes biaisés.
L’EQM empirique « plug-in » correspondant est donné par (voir (2.24))

EQMµ̂(x0) = σ̂2
(
1− tr̂0R̂

−1r̂0 +
tγ̂(tMR̂−1M)

−1
γ̂
)
, (2.29)

avec γ̂ = m0 − tMR̂−1r̂0.

Remarque 2.2.16 Les calculs présentés ci-dessus impliquent l’inversion de la matrice de
corrélation R. Le conditionnement de la matrice de corrélation est donc très important, d’autant
plus qu’il devient de plus en plus mauvais quand le nombre d’observations augmente, ce qui
peut donner lieu à des résultats numériques très peu fiables. Il est montré dans [1] que le
conditionnement de la matrice R est en général mauvais pour une fonction de corrélation
gaussienne, et meilleur pour une fonction de corrélation exponentielle. Naturellement, ce
conditionnement dépend aussi de la position des observations (le plan d’expériences).
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2.2.3 Estimation des paramètres

Nous voyons maintenant différentes façons d’estimer les paramètres du modèle [144, 161]. On
notera ψ le vecteur des paramètres de la fonction de corrélation : par exemple, pour la fonction
de corrélation exponentielle (2.13), on aura ψ = (θ1, . . . , θn, p1, . . . , pn).
Pour les méthodes utilisant le maximum de vraisemblance, on fera l’hypothèse que la matrice M
est de rang plein p.

– Maximum de vraisemblance [8, 122]
La fonction de vraisemblance est la densité jointe des observations, vue comme une
fonction des paramètres inconnus. L’estimation par maximum de vraisemblance (MV, ou
Maximum Likelihood, ML) consiste à chercher une combinaison de valeurs des paramètres
qui maximise la fonction de vraisemblance, ou de façon équivalente son logarithme, appelé
log-vraisemblance.
On peut montrer que la log-vraisemblance correspondant à l’échantillon Y n, sous le modèle
(2.18), s’écrit à une constante près

l(β, σ2, ψ|Y n) = −1

2

[
n log σ2 + log(det(R)) +

t(Y n −Mβ)R−1(Y n −Mβ)

σ2

]
. (2.30)

Le maximum est atteint en un point où les dérivées partielles sont nulles. En dérivant par
rapport à β et égalant à zéro, on obtient

β̂ = β̂(ψ) = (tMR−1M)
−1tMR−1Y n. (2.31)

On remarque que c’est aussi l’estimateur des moindres carrés pondérés de β quand R est
connue (voir la proposition 2.2.8) ; ici, R dépend du paramètre inconnu ψ. Faisant de même
avec σ2, on obtient

σ̂2 = σ̂2(ψ) =
1

n
t(Y n −Mβ̂)R−1(Y n −Mβ̂), (2.32)

qui est un estimateur biaisé de σ2 (on a tendance à sous-estimer la valeur du paramètre).
En substituant β̂(ψ) et σ̂2(ψ) dans (2.30), on obtient

l(β̂, σ̂2, ψ|Y n) = −1

2

[
n log σ̂2(ψ) + log(det(R(ψ))) + n

]
,

qui ne dépend que de ψ. L’estimateur du MV de ψ s’écrit de façon compacte

ψ̂ = argmin
ψ

[
n log σ̂2 (ψ) + log (det (R (ψ)))

]
, (2.33)

avec σ̂2(ψ) défini en (2.32). Connaissant ψ̂, on peut finalement calculer aussi les estimateurs
du MV β̂ et σ̂2, et les injecter dans (2.28) pour obtenir l’EBLUP du maximum de
vraisemblance.
Il faut en général O(n3) calculs pour évaluer la vraisemblance, ce qui rend la méthode
difficile à appliquer si le nombre d’observations n est grand [161]. Concernant la recherche
du minimum de (2.33), si l’optimisation se fait sous contraintes relatives au paramètre ψ
(par exemple si la forme de la covariance impose ψ1 > 0, 0 < ψ2 ≤ 2, ...), on peut effectuer
une reparamétrisation qui permet une optimisation sans contrainte [143]. Il est possible que
la fonction de vraisemblance soit multimodale pour certaines fonctions de covariance [115],
mais nous n’avons pas constaté ce phénomène pour les covariances classiques présentées
en 2.1.2.3. L’existence de maxima multiples de la vraisemblance n’est pas forcément un
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problème, et peut simplement indiquer que les données ne permettent pas de choisir entre
plusieurs valeurs des paramètres [161].

– Maximum de vraisemblance restreint
Le maximum de vraisemblance restreint, MVR (Restricted Maximum Likelihood, RML),
appelé aussi maximum de vraisemblance marginal, est une méthode visant à construire
un estimateur moins biaisé des paramètres de la fonction de covariance : en effet, lors de
l’estimation par MV, il y a un biais dû au fait que le paramètre inconnu β est remplacé par
l’estimateur β̂ dans les équations (2.32) et (2.33). Le prix à payer pour cette diminution
du biais est une plus grande variance des estimateurs.
L’idée est de filtrer le terme β des données : on va chercher une application linéaire
L : Rn → Rn−p, de rang plein n − p, dont le noyau contient Im(M). De cette façon,
on va envoyer Y n dans Rn−p orthogonalement à sa moyenne Mβ. Puisque les p colonnes
de M sont supposées linéairement indépendantes, cette méthode consiste à choisir une
matrice L, de taille (n− p)× n et de rang n− p, qui satisfasse l’égalité LM = 0 (on peut
par exemple partir de la matrice de projection P = I −M(tMM)

−1tM , dont on ne garde
que n − p lignes linéairement indépendantes [125] ; notons que l’estimateur du maximum
de vraisemblance restreint n’est pas défini si n ≤ p).
On applique ensuite la méthode du MV au vecteur des données transformées

W = LY n ∼ N
[
LMβ = 0, σ2LR(ψ)tL

]
.

Les éléments de W sont appelés contrastes, ce sont des combinaisons linéaires des
observations dont la loi jointe ne dépend pas de β. La matrice W contient p données de
moins que Y n (d’où l’augmentation de la variance des estimations), mais présente l’avantage
de ne pas contenir le paramètre inconnu β (d’où la diminution du biais). Nous allons voir
que l’estimation par MVR de ψ est indépendante de la matrice L choisie.
La log-vraisemblance des données transformées s’écrit, à une constante près,

l(σ2, ψ|W ) = −1

2

[
(n− p) log σ2 + log

(
det(LRtL)

)
+

tW (LRtL)
−1
W

σ2

]
.

On peut montrer (voir [68]) que cette quantité est égale, à une constante près, à

−1

2

[
(n− p) log σ2 + log (det(R)) + log

(
det(tMR−1M)

)
+

t(Y n −Mβ̂)R−1(Y n −Mβ̂)

σ2

]
,

(2.34)
qui ne dépend pas de la matrice L, avec β̂ = β̂(ψ) l’estimateur du MV de β défini en (2.31).
Le maximum est atteint en un point où les dérivées partielles sont nulles. En dérivant par
rapport à σ2 et égalant à zéro, on obtient l’estimateur du MVR de σ2,

σ̃2 = σ̃2(ψ) =
1

n− p
t(Y n −Mβ̂)R−1(Y n −Mβ̂). (2.35)

Remarque 2.2.17 On a σ̃2 = [n/(n− p)]σ̂2, avec σ̂2 l’estimateur du MV (2.32).
On retrouve bien le terme correctif n/(n− p) utilisé habituellement pour construire un
estimateur non biaisé de σ2.

En substituant σ̃2(ψ) dans (2.34), on obtient, à une constante multiplicative près,
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l(σ̃2, ψ|Y n) = −1

2

[
(n− p) log σ̃2(ψ) + log (det (R(ψ))) + log

(
det
(
tMR−1(ψ)M

))
+ n− p

]
,

qui ne dépend que de ψ. L’estimateur du MVR de ψ s’écrit de façon compacte

ψ̃ = argmin
ψ

[
(n− p) log σ̃2 (ψ) + log (det (R (ψ))) + log

(
det
(
tMR−1 (ψ)M

))]
, (2.36)

avec σ̃2(ψ) défini en (2.35). Connaissant ψ̃, on peut calculer σ̃2 et β̃ = β̂(ψ̃) et les injecter
dans (2.28) pour obtenir l’EBLUP du maximum de vraisemblance resteint.
L’avantage du MVR est qu’il peut être utilisé aussi pour le krigeage intrinsèque (voir
l’annexe E), alors que le MV n’est pas applicable [161] : en effet, une covariance généralisée
est seulement définie pour les combinaisons linéaires admissibles des observations, qui
correspondent aux contrastes du MVR.

– Validation croisée
Notons φ le vecteur des paramètres à estimer. La méthode d’estimation de φ par validation
croisée ordinaire (ordinary cross-validation, OCV) consiste à minimiser une estimation de
l’erreur de prédiction moyenne du modèle,

EPE(Ŷ ) =

∫

X
E

[(
Ŷ (x)− Y (x)

)2]
dx.

L’estimation de l’EPE s’obtient en faisant la somme des erreurs commises aux xi quand
on les prédit en utilisant les n− 1 données restantes [181]. On cherche alors

φ̂ = argmin
φ

1

n

n∑

i=1

(ŷ−i(φ)− yi)2, (2.37)

avec, pour i = 1, . . . , n, ŷ−i(φ) la prédiction de Y (xi) obtenue à partir de toutes les données
d’apprentissage excepté (xi, yi), en utilisant la formule (2.23). Le modèle retenu sera celui
ayant la meilleure capacité de prédiction.
Une généralisation utilisant des groupes de données, appelée l-fold cross-validation,
fonctionne de la façon suivante [70] :

1. partager les n données en l groupes de taille à peu près égale, ce qui revient à se donner
une application Π : {1, . . . , n} −→ {1, . . . , l} qui détermine à quel groupe appartient
la ie observation, pour i = 1, . . . , n ;

2. calculer l’estimation par validation croisée de l’erreur de prédiction,

CVl(φ) =
1

n

n∑

i=1

(
ŷ−Π(i)(φ) − yi

)2
,

avec ŷ−Π(i) la prédiction de Y (xi) obtenue à partir de toutes les données
d’apprentissage, excepté {(xj , yj),Π(j) = Π(i)}, les données appartenant au même
groupe que l’observation i ;

3. calculer l’estimateur de validation croisée de φ,

φ̂ = argmin
φ

CVl(φ).
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Le cas l = n, appelé leave-one-out cross-validation, correspond à la formule (2.37), avec
Π(i) = i ∀i = 1, . . . , n.
Le choix de la constante l n’est pas évident : si l = n, CVl est un estimateur
asymptotiquement non biaisé de l’EPE, mais peut avoir une grande variance. Pour de
plus petites valeurs de l, CVl a une variance plus petite, mais peut être très biaisé si l’EPE
varie beaucoup pour un nombre de données voisin de n−n/l (le nombre de données utilisées
pour la prédiction). En pratique, on utilise souvent l = 5 ou l = 10.
Pour d’autres extensions de la validation croisée, on pourra consulter [70, 182].
Remarque 2.2.18 [31, 161] Dans le cas d’un modèle de krigeage, la validation croisée
ne permet pas d’estimer le paramètre de variance σ2, car celui-ci n’intervient pas dans la
formule du prédicteur (2.23), et donc pas non plus dans l’équation (2.37). Une façon de
prendre en compte l’ensemble des paramètres est d’évaluer

1

n

n∑

i=1

(ŷ−i(φ)− yi)2

ÊQM−i(φ)
, (2.38)

avec ÊQM−i l’EQM empirique en xi obtenue à partir de toutes les données d’apprentissage
excepté (xi, yi), en utilisant la formule (2.24). On cherchera les valeurs de φ telles que (2.38)
soit proche de 1 (l’idée est que le numérateur est en moyenne égal au dénominateur).

– EBLUP bayésien
Par une mise en perspecive bayésienne du krigeage (voir l’annexe C), on obtient un
prédicteur qui prend en compte l’information a priori dont on dispose sur la répartition
des paramètres β, σ2, ψ.
Après s’être donné une densité de probabilité f(β, σ2, ψ) résumant les valeurs a priori plus
ou moins pertinentes des paramètres, on calcule le prédicteur du mode a posteriori,

(β̂, σ̂2, ψ̂) = argmax
(β,σ2,ψ)

[
l(β, σ2, ψ|Y n) + log f(β, σ2, ψ)

]
.

On construit ensuite l’EBLUP du mode a posteriori (posterior mode EBLUP) en injectant

ces valeurs β̂, σ̂2, ψ̂ dans l’équation (2.28). On note que la complexité algorithmique est du
même ordre que pour le maximum de vraisemblance.

Une étude empirique présentée dans [144] tend à montrer qu’il vaut mieux utiliser le MV ou le
MVR pour obtenir un bon prédicteur de krigeage (voir aussi [202] pour une comparaison des
prédicteurs). De plus, on sait que sous certaines hypothèses de dérivabilité de la vraisemblance,
l’estimateur du MV est asymptotiquement efficace (voir le § 2.3.1). On peut aussi utiliser le
maximum de vraisemblance pénalisé, voir le § 2.3.2. Un des inconvénients des méthodes utilisant
la vraisemblance est le coût de calcul algorithmique élevé quand le nombre de données n est
grand, ainsi que l’instabilité liée à l’inversion de la matrice de covariance de taille n×n. Il existe
des méthodes d’approximation de la vraisemblance [166] ; on peut aussi utiliser des méthodes
d’approximation d’un processus gaussien par un champ aléatoire markovien gaussien (Gaussian
Markov Random Field, GMRF) [139], où les matrices sont creuses, ce qui permet d’économiser
du temps de calcul. Pour une liste exhaustive de méthodes d’approximation, voir [136].

Remarque 2.2.19 Dans notre présentation, nous avons fait l’hypothèse la plus communément
utilisée d’un processus gaussien stationnaire, et nous avons vu au § 2.1.2 que cette hypothèse
permet d’obtenir une justification théorique de la validité de l’inférence statistique. Notons
cependant qu’il est possible d’utiliser d’autres types de fonctions de covariance : covariance
généralisée (ce qui conduit au krigeage intrinsèque, voir l’annexe E), et, plus généralement,
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covariance non stationnaire, pour la construction et l’utilisation desquelles nous renvoyons à
[123, 165, 193].

2.3 Problèmes liés à l’estimation des paramètres

Dans ce paragraphe nous commençons par rappeler de « bonnes » propriétés que l’on peut
attendre d’un estimateur, puis les propriétés asymptotiques de l’estimateur du maximum de
vraisemblance. Finalement, on constatera qu’une mauvaise estimation des paramètres, ou un
mauvais choix de la fonction de covariance, n’a pas toujours des conséquences sur la qualité du
prédicteur de krigeage. Comme dans le livre de M.L. Stein [161] d’où sont issus la plupart des
résultats théoriques concernant le prédicteur de krigeage, les hypothèses « assez générales » des
théorèmes ne sont pas détaillées à chaque fois par souci de clarté, car cela alourdirait énormément
le propos.

2.3.1 Identifiabilité, consistance, efficacité d’un estimateur

Le problème de la possibilité ou non d’estimer correctement le vecteur des paramètres φ d’un
processus gaussien {

Y (x, ω), x ∈ X ⊂ R
d, ω ∈ (Ω,T ,Pφ)

}
,

ainsi que les propriétés des estimateurs, sont liées à la mesure de probabilité Pφ caractérisant
le processus, appelée mesure gaussienne. Remarquons qu’une mesure gaussienne est caractérisée
par une fonction définie sur X (la moyenne du processus) et une fonction semi-définie positive
définie sur X × X (la covariance du processus).

2.3.1.1 Identifiabilité

On voudrait, à partir des observations, être capable de déterminer laquelle des mesures
(Pφ)φ∈Φ est la bonne, avec Φ l’ensemble des valeurs possibles des paramètres.

Définition 2.3.1 [161] Soient P0 et P1 deux mesures de probabilité sur un espace mesurable
(Ω,T ). Alors :

– P0 est dite absolument continue par rapport à P1 si

∀A ∈ T ,P1(A) = 0 =⇒ P0(A) = 0.

On note alors P0 ≪ P1 ;
– P0 et P1 sont dites équivalentes si P0 ≪ P1 et P1 ≪ P0. On note alors P0 ≡ P1 ;
– P0 et P1 sont dites orthogonales (ou étrangères), si

∃A ∈ T ,P0(A) = 1 et P1(A) = 0.

On note alors P0 ⊥ P1.

Si l’on sait que la vraie mesure est P0 ou P1, alors si P0 ⊥ P1, il est possible de déterminer
laquelle est la bonne avec probabilité 1 par l’observation d’un ω ∈ Ω. Si P0 ≡ P1, alors peu
importe ce que l’on observe, il est impossible de déterminer quelle mesure est la bonne avec
probabilité 1. Si P0 et P1 ne sont ni équivalentes, ni orthogonales, alors cela dépend de ce que
l’on observe, comme illustré par l’exemple suivant.
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Exemple 2.3.2 [161] Soit Ω = {−1, 0, 1},P0 = 1
2δ−1 + 1

2δ0 et P1 = 1
2δ0 +

1
2δ1. P0 et P1 ne

sont ni orthogonales, ni équivalentes. On peut savoir quelle mesure est la bonne si ω = {−1} ou
ω = {1}, mais pas si ω = {0}.

Définition 2.3.3 [175] Soit φ0 la vraie valeur du paramètre. La mesure Pφ0 est identifiable si

Pφ 6= Pφ0 ∀φ 6= φ0.

Par extension, le paramètre φ0 est dit identifiable.

On peut montrer, sous des hypothèses très générales, que deux mesures gaussiennes sont soit
équivalentes, soit orthogonales.

Théorème 2.3.4 [161] Soient m0(·) et m1(·) des fonctions continues définies sur Rd, k0(·, ·) et
k1(·, ·) des fonctions continues semi-définies positives sur Rd×Rd, et X un sous-ensemble fermé
de Rd. Soient P0 et P1 les mesures gaussiennes définies respectivement par les structures du
second ordre (m0, k0) et (m1, k1), caractérisant un processus gaussien défini sur X . Alors

P0 ⊥ P1 ou P0 ≡ P1.

On peut déterminer l’orthogonalité ou l’équivalence de deux mesures gaussiennes en utilisant la
divergence de Kullback.

Définition 2.3.5 [161, 175] Soient P0 et P1 deux mesures de probabilité, de densités respectives
p0(·) et p1(·) par rapport à la mesure de Lebesgue. On appelle divergence de Kullback-Leibler
entre P0 et P1 la quantité

K(P0,P1) = K(p0, p1) = EP1

[
log

p1
p0

]
.

La divergence de Kullback est parfois appelée distance de Kullback, bien qu’elle n’ait pas les
propriétés mathématiques d’une distance.

Proposition 2.3.6 [161] (mêmes hypothèses que le théorème 2.3.4). Soit (xi)i∈N une
suite d’éléments distincts et denses dans X , pi0 et pi1 les densités respectives du vecteur
(Y (x1), . . . , Y (xi)) sous P0 et P1. Alors

– si K(pi0, pi1) +K(pi1, pi0) −→
i→∞

∞, P0 ⊥ P1 ;

– si K(pi0, pi1) +K(pi1, pi0) −→
i→∞

l <∞, P0 ≡ P1.
Preuve du théorème 2.3.4 Il suffit de montrer que la divergence de Kullback symétrisée

KS(pi0, pi1) = K(pi0, pi1) +K(pi1, pi0)

est une fonction croissante de i, et a donc une limite finie ou infinie quand i tend vers l’infini :
on se retrouve alors dans un des deux cas de la proposition 2.3.6 (le résultat est mentionné dans
[22], et la démonstration suivante permet de s’en convaincre). Utilisant la densité conditionnelle,
on peut écrire

pi+1
l (t1, . . . , ti+1) = pil(t1, . . . , ti)q

i
l(ti+1), l = 1, 2,
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avec qil(·) la densité conditionnelle de Z(ti+1) par rapport à {Z(t1), . . . , Z(ti)} sous la loi Pl. On
a donc

KS(pi+1
0 , pi+1

1 ) =

∫

Ri+1

(
log

pi+1
1

pi+1
0

pi+1
1 + log

pi+1
0

pi+1
1

pi+1
0

)

=

∫

Ri+1

(
log

pi1q
i
1

pi0q
i
0

pi1q
i
1 + log

pi0q
i
0

pi1q
i
1

pi0q
i
0

)

=

∫

Ri

pi1

∫

R

log
pi1q

i
1

pi0q
i
0

qi1 +

∫

Ri

pi0

∫

R

log
pi0q

i
0

pi1q
i
1

qi0

=

∫

Ri

pi1 log
pi1
pi0

∫

R

qi1
︸ ︷︷ ︸
=1

+

∫

Ri

pi1

∫

R

log
qi1
qi0
qi1 +

∫

Ri

pi0 log
pi0
pi1

∫

R

qi0
︸ ︷︷ ︸
=1

+

∫

Ri

pi0

∫

R

log
qi0
qi1
qi0

= KS(pi0, pi1) +
∫

Ri

pi1

∫

R

log
qi1
qi0
qi1 +

∫

Ri

pi0

∫

R

log
qi0
qi1
qi0

≥ KS(pi0, pi1) +
∫

Ri

min(pi1, p
i
0)

∫

R

(log qi1 − log qi0)(q
i
1 − qi0)︸ ︷︷ ︸

≥0

≥ KS(pi0, pi1). �

La proposition 2.3.6 est utilisée dans [6] pour déterminer l’équivalence ou l’orthogonalité des
mesures gaussiennes définies par les fonctions de covariance classiques. Le processus est supposé
de moyenne nulle, défini sur un domaine rectangulaire, et de fonction de covariance s’écrivant
comme produit de fonctions de covariances mono-dimensionnelles. Les points xi sont placés pour
former une grille régulière, ce qui simplifie les calculs.

Définition 2.3.7 [161] Soit {Pφ, φ ∈ Φ} une famille de mesures de probabilité pour un processus
aléatoire défini sur un domaine borné X . On dit que φ est micro-ergodique si

∀φ, φ′ ∈ Φ, φ 6= φ′ =⇒ Pφ ⊥ Pφ′ .

Dans le cas de mesures gaussiennes, sous des hypothèses très générales, l’identifiabilité du
paramètre est équivalente à sa micro-ergodicité (théorème 2.3.4). La micro-ergodicité permet
d’espérer pouvoir déduire les valeurs des paramètres à partir des observations issues d’une seule
trajectoire du processus, mais ce n’est pas une condition suffisante.

2.3.1.2 Consistance

La consistance d’une suite d’estimateurs, traduction hasardeuse du terme anglais consistency,
est en fait reliée aux propriétés de convergence de cette suite.

Définition 2.3.8 [175] Soit φ̂n l’estimateur utilisé pour estimer le paramètre φ à partir d’un
n-échantillon X1, . . . ,Xn. La suite des estimateurs (φ̂n)n est dite :

– asymptotiquement consistante si

∀φ, φ̂n −→
n→∞

φ en Pφ-probabilité ;

– asymptotiquement fortement consistante si

∀φ, φ̂n −→
n→∞

φ Pφ-p.s.
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La consistance de l’estimateur d’un paramètre est une propriété importante, qui indique que le
paramètre est bien estimé quand le nombre d’observations est grand.

Exemple 2.3.9 Soit X une variable aléatoire dont la moyenne E[X] existe. L’estimateur de la
moyenne empirique

Xn =
1

n

n∑

i=1

Xi,

construit à partir de n réalisations indépendantes X1, . . . ,Xn de X, est fortement consistant par
application de la loi forte des grands nombres.

Si un paramètre n’est pas identifiable, il ne peut exister d’estimateur consistant du paramètre.
Cependant, la micro-ergodicité du paramètre n’implique pas l’existence d’une suite d’estimateurs
consistante [161]. Nous verrons en 2.3.2 des cas où l’estimation des paramètres est consistante.

2.3.1.3 Efficacité

Définissons finalement la notion d’efficacité d’un estimateur, qui traduit le fait que celui-ci est
de variance minimale. Supposons que l’on observe un vecteur aléatoire X à valeurs dans X ⊂ Rd,
dont la distribution est issue d’une famille de lois distinctes {Pφ, φ ∈ Φ}, avec Φ un ouvert de
Rp et φ = (φ1, . . . , φp). On se propose d’estimer φ par maximum de vraisemblance. On note
fφ(·) la densité de X sous φ par rapport à la mesure de Lebesgue, et l(φ|x) la log-vraisemblance
correspondant à l’observation x. Pour simplifier la présentation, on supposera que l’estimateur
du MV φ̂ de φ est non biaisé, et que, ∀(φ, x) ∈ Φ×X , fφ(x) > 0 et ∂fφ(x)/∂φi existe et est finie
pour tout i.

Définition 2.3.10 [96, 161] La fonction score est définie sur Φ×X par

S(φ, x) =

(
∂l(φ|x)
∂φi

)

i=1,...,p

=

(
1

fφ(x)

∂fφ(x)

∂φi

)

i=1,...,p

. (2.39)

Il s’agit donc du vecteur des dérivées partielles de la log-vraisemblance.

Puisque Φ est ouvert par hypothèse, tout estimateur du MV φ̂ situé dans Φ est solution des
équations du score

S(φ̂, x) = 0.

En observant la deuxième égalité (2.39), on remarque que le score mesure le taux relatif auquel
varie la densité fφ en x.

Définition 2.3.11 [96] Supposons que le score est de carré intégrable pour tout φ. On appelle
matrice d’information de Fisher la matrice

I(φ) = EPφ

[
S(φ,X)tS(φ,X)

]
,

la moyenne du carré du score.

On peut raisonnablement penser que plus cette moyenne est grande en φ0 ∈ Φ, le plus précisément
on peut estimer φ0 si c’est la vraie valeur du paramètre.
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Proposition 2.3.12 [96] Si les dérivées partielles de la fonction φ 7→
∫
fφ(x) dx peuvent

s’obtenir en dérivant sous le signe intégral, alors le score est nul en moyenne, i.e.

EPφ
[S(φ,X)] = 0.

Preuve

EPφ
[S(φ,X)] =

(∫

X

1

fφ(x)

∂fφ(x)

∂φi
fφ(x) dx

)

i=1,...,p

=

(∫

X

∂fφ(x)

∂φi
dx

)

i=1,...,p

=

(
∂

∂φi

∫

X
fφ(x) dx

)

i=1,...,p

=

(
∂

∂φi
1

)

i=1,...,p

= 0. �

Ceci se traduit par le fait que la valeur du paramètre φmaximise en moyenne la log-vraisemblance
pour tout φ.

Corollaire 2.3.13 [96] Sous les mêmes hypothèses qu’à la proposition 2.3.12,

I(φ) = covPφ
[S(φ), S(φ)] .

La matrice d’information est donc la matrice de covariance du score : on en déduit que dans ce
cas la matrice d’information est semi-définie positive.

Voyons comment varie l’information quand le nombre d’observations indépendantes augmente.

Proposition 2.3.14 [96] Reprenons les hypothèses de la proposition 2.3.12. Supposons de plus
que les dérivées partielles secondes de la fonction φ 7→

∫
fφ(x) dx peuvent s’obtenir en dérivant

sous le signe intégral. Alors,

I(φ) = −EPφ

[
∂2l(φ|X)

∂φi∂φj

]

1≤i,j≤p

.

Preuve Soient i, j ∈ {1, . . . , p}.
∂2l(φ|x)
∂φi∂φj

=
∂

∂φi

(
1

fφ(x)

∂fφ(x)

∂φj

)

=
1

fφ(x)

∂2fφ(x)

∂φi∂φj
− 1

fφ(x)2
∂fφ(x)

∂φi

∂fφ(x)

∂φj

=
1

fφ(x)

∂2fφ(x)

∂φi∂φj
− ∂l(φ|x)

∂φi

∂l(φ|x)
∂φj

.

Donc,

−EPφ

∂2l(φ|X)

∂φi∂φj
=

∫

X

∂l(φ|x)
∂φi

∂l(φ|x)
∂φj

fφ(x)dx−
∫

X

∂2fφ(x)

∂φi∂φj
dx

= EPφ

∂l(φ|X)

∂φi

∂l(φ|X)

∂φj
− ∂2

∂φi∂φj
1

= EPφ

∂l(φ|X)

∂φi

∂l(φ|X)

∂φj
,

et on retrouve bien le terme (i, j) de la matrice d’information. �
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La matrice I(φ) mesure l’information apportée par une seule observation de X. Sous les
hypothèses de la proposition 2.3.12, l’information de Fisher est additive [96] : si X1, . . . ,Xn

sont i.i.d. de même loi que X, l’information mutuelle apportée par ces observations est égale à n
fois l’information individuelle. En effet,

In(φ) = −EPφ

[
∂2l(φ|X1, . . . ,Xn)

∂φi∂φj

]

1≤i,j≤p

= −EPφ

[
n∑

k=1

∂2l(φ|Xk)

∂φi∂φj

]

1≤i,j≤p

= −nEPφ

[
∂2l(φ|X)

∂φi∂φj

]

1≤i,j≤p

= nI(φ).

On est maintenant proches de pouvoir définir l’efficacité d’un estimateur. Soit � la relation
d’ordre partiel sur les matrices symétriques de taille p× p,

A � B ⇐⇒ A−B est semi-définie positive.

Le résultat suivant donne une borne inférieure pour la variance d’un estimateur sans biais.

Théorème 2.3.15 (Inégalité de Fréchet-Cramér-Rao, cas particulier)[62, 96, 127] Soit
X1, . . . ,Xn un échantillon de population de même loi que X. Supposons que Φ est un ouvert de
Rp, et φ̂n est un estimateur sans biais de φ ∈ Φ (construit à partir de l’échantillon X1, . . . ,Xn)
qui admet une densité par rapport à la mesure de Lebesgue. Supposons également que la matrice
d’information de Fisher In(φ) est inversible. Alors, sous les hypothèses de la proposition 2.3.12,
tout estimateur sans biais φ̂n de φ vérifie

varPφ
(φ̂n) � In(φ)−1. (2.40)

Définition 2.3.16 [62, 127] Si la borne de Fréchet-Cramér-Rao est atteinte (l’inégalité (2.40)
est une égalité), l’estimateur φ̂n est dit efficace.

Un estimateur sans biais efficace est donc un estimateur de variance minimale. Voyons maintenant
un cas de consistance et d’efficacité de l’estimateur du maximum de vraisemblance.

Proposition 2.3.17 [96] Soient X1, . . . ,Xn des v.a.i.i.d. de même loi que X. Reprenons les
hypothèses de la proposition 2.3.14. Supposons de plus que, pour tout φ ∈ Φ, la matrice
d’information I(φ) est définie positive, que la densité fφ(x) admet toutes les dérivées partielles
d’ordre 3 par rapport à φ, et qu’il existe des fonction Mjkl telles que

∣∣∣∣
∂3l(φ|x)
∂φj∂φk∂φl

∣∣∣∣ ≤Mjkl(x),

avec EPφ0
Mjkl(X) < ∞ ∀j, k, l, où φ0 ∈ Φ est la vraie valeur du paramètre. Alors, avec

probabilité qui tend vers 1 quand n→∞, il existe une solution φ̂n = φ̂n(X1, . . . ,Xn) des équations
du score telle que

φ̂n
Prob−→ φ et

√
n(φ̂n − φ) L−→ Np

(
0,I(φ)−1

)
.
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Si les équations du score ont une solution unique, l’estimateur du MV correspondant est donc
asymptotiquement consistant et asymptotiquement efficace sous les hypothèses de la proposition
2.3.17.

Il s’agit maintenant de transposer la théorie de l’information de Fisher au cas des processus
aléatoires [161]. Ici, {Pφ, φ ∈ Φ} est une famille de mesures définissant chacune un processus
aléatoire Y , et X1,X2, . . . correspond à une suite de vecteurs aléatoires d’observations de
Y (par exemple, Xi = (Y (x1), . . . , Y (xi)) quand les observations s’effectuent une par une
séquentiellement). Notons In(φ) l’information obtenue à partir du vecteur d’observations Xn.
Sous certaines hypothèses de régularité, l’estimateur du MV φ̂n vérifie

In(φ)
1
2 (φ̂n − φ) L−→ Np(0, In). (2.41)

Nous verrons au paragraphe suivant quel genre d’hypothèses il faut faire dans le cas d’un
processus gaussien pour avoir des résultats de convergence similaires à ceux de la proposition
2.3.17.

2.3.2 Propriétés asymptotiques de l’estimateur du maximum de vraisem-
blance

Nous nous intéressons ici aux propriétés asymptotiques du maximum de vraisemblance. Nous
commençons par rappeler les deux manières classiques de collecter les observations, puis citons
des résultats sous le cadre que nous rencontrerons en pratique (un domaine d’étude borné). Nous
indiquons finalement une méthode d’estimation des paramètres basée sur une pénalisation de la
vraisemblance qui permet de réduire la variance des estimateurs obtenus.

2.3.2.1 Asymptotique par expansion, asymptotique par remplissage

Reprenant l’équation (2.30), et notant ς = (σ2, ψ) le vecteur des paramètres de la fonction de
covariance, on peut montrer que la matrice d’information EP(β,ς)

[−l′′(β, ς|Y n)] (voir le paragraphe
précédent) s’écrit [6, 113]

I(β, ς) =
(
tMK−1M 0

0 A

)
≡ diag(Iβ,Iς), (2.42)

avec A = (aij)1≤i,j≤p+1 la matrice symétrique définie par

aij =
1

2
tr
(
R−1R′

iR
−1R′

j

)
, i, j < p+ 1 ;

ap+1,i =
1

2σ2
tr
(
R−1R′

i

)
, i < p+ 1 ;

ap+1,p+1 =
n

2σ4
,

R′
i = ∂R/∂ςi désignant la ie dérivée partielle de la matrice de corrélation. Sous certaines

conditions, on peut montrer que, asymptotiquement, [113, 114]

(
β̂
ς̂

)
∼ N

((
β
ς

)
,

(
Iβ−1 0
0 I−1

ς

))
, (2.43)

donc β̂ et ς̂ sont asymptotiquement indépendants. On peut montrer que les estimateurs sont
consistants, et aussi que
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E

(
β̂ − β

)
= o

(
1

n

)
et E (ς̂ − ς) = I−1

ς δ + o

(
1

n

)
, (2.44)

avec

δi =
1

2
tr

(
I−1
β

∂Iβ
∂ςi

)
+

1

2
tr
(
I−1
ς Qi

)
;

(Qi)jk =
1

2
tr
(
K ′′
ijK

−1K ′
kK

−1 −K ′′
ikK

−1K ′
jK

−1 −K ′′
jkK

−1K ′
iK

−1
)
;

K ′′
ij =

∂2K

∂ςi∂ςj
, 1 ≤ i, j, k ≤ p+ 1.

On retrouve en (2.44) le biais qui avait conduit à définir le maximum de vraisemblance restreint en
2.2.3, et on remarque la valeur typique 1/n. Des résultats asymptotiques, tels que ceux donnés ci-
dessus, sous-entendent que le nombre d’observations augmente d’une certaine façon : pour obtenir
(2.43) et (2.44), il faut faire des hypothèses de type asymptotique par expansion (increasing-
domain asymptotics), c’est-à-dire augmenter le nombre d’observations tout en agrandissant le
domaine d’étude, de façon à aller observer « loin » et obtenir beaucoup d’information sous la
forme d’observations quasi indépendantes. Des résultats analogues dans le cas du MVR sont
donnés dans [33].

Remarque 2.3.18 [199] Les termes diagonaux de l’inverse de la matrice d’information
indiquent la consistance ou non des estimateurs correspondants : on peut souvent remarquer
une différence d’échelle entre les termes diagonaux plus petits correspondant aux estimateurs
consistants, et les termes plus grands correspondant aux estimateurs non consistants.

Cependant, nous nous intéressons plutôt au cas où, pour un domaine borné X donné, le nombre
d’observations augmente à l’intérieur de la région d’étude X , ce que l’on appelle asymptotique
par remplissage (fixed-domain asymptotics, infill asymptotics) [31]. Il s’agit du cadre sous lequel
on travaille en pratique, donc les résultats obtenus asymptotiquement donneront une idée de ce
que l’on peut au mieux obtenir d’un échantillon de taille finie. Cependant, les résultats sont bien
moins forts et généraux que si l’on fait de l’asymptotique par expansion : les conditions générales
de consistance des estimateurs données ci-dessus ne sont pas valables sous des hypothèses de
type asymptotique par remplissage. Le comportement asymptotique des estimateurs est très
différent selon le cadre sous lequel on se place, sauf dans des cas très particuliers (par exemple,
pour un processus gaussien stationnaire de moyenne nulle dont la corrélation est connue, la
distribution limite de σ̂2 est la même dans les deux cas [197]). Dans le cas où l’on fait de
l’asymptotique par remplissage, l’estimateur du MV des paramètres qui ne sont pas micro-
ergodiques ne sera généralement pas consistant [196]. On pourra consulter [93] pour un théorème
donnant une condition suffisante de non-consistance d’un estimateur sous certaines hypothèses
de type asymptotique par remplissage.

2.3.2.2 Résultats dans le cas de l’asymptotique par remplissage

Il existe cependant des résultats intéressants d’identifiabilité et de consistance sous certaines
hypothèses de remplissage, lorsque le processus gaussien est muni de l’une des fonctions de
covariance stationnaire classique présentées au paragraphe 2.1.2.3. La proposition suivante fait
une synthèse de résultats trouvés dans la littérature.
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Proposition 2.3.19 Soit Z un processus gaussien stationnaire de moyenne nulle et fonction
de covariance k(·), défini sur un domaine borné X ⊂ Rd, dont on estime les paramètres par
maximum de vraisemblance. Alors, sous certaines hypothèses de remplissage :

– si k(τ) = σ2
∏d
i=1 e

−θi|τi| (produit de fonctions de covariance de type Ornstein-Uhlenbeck),
les résultats dépendent de la dimension du domaine d’étude. Si d = 1, σ2 et θ ne sont
pas identifiables séparément, mais le produit σ2θ est identifiable, l’estimateur du MV est
fortement consistant et asymptotiquement normal [194]. Si d > 1, les paramètres σ2 et θi
sont tous identifiables, les estimateurs du MV sont fortement consistants, on a un résultat
de normalité asymptotique et les paramètres θi sont asymptotiquement indépendants [195].
Si d = 2, l’estimateur du MV est asymptotiquement efficace [174].

– si k(τ) = σ2
∏d
i=1 e

−θiτ2i (covariance gaussienne), les paramètres σ2 et θi sont tous
identifiables. L’estimateur du MV des θi est fortement consistant, et on a l’expression
de la vitesse de convergence [103]. Des résultats empiriques suggèrent la consistance de
l’estimateur du MV de σ2 [6]. On ne connaît pas de résultat de normalité asymptotique.

– si k(‖τ‖) = σ2(θ‖τ‖)ν/(Γ(ν)2ν−1)Kν(θ‖τ‖) (covariance de Matérn isotrope), ν > 0 connu,
d ∈ {1, 2, 3}, les paramètres σ2 et θ ne sont pas identifiables séparément, mais le produit
σ2θ2ν est identifiable et l’estimateur du MV est consistant [196].
Si k(τ) = σ2

∏d
i=1 1/(Γ(ν)2

ν−1)(θi|τi|)νKν(θi|τi|) (covariance de Matérn non isotrope) avec
ν = 3

2 et d ≥ 3, les paramètres σ2 et θi sont tous identifiables et les estimateurs du MV
sont consistants [102].

Remarque 2.3.20 [83, 161] Pour que les estimateurs du MV ou du MVR soient asymptotique-
ment efficaces, il faut que la vraisemblance soit continue et deux fois dérivable sur l’ensemble du
domaine d’existence des paramètres. Cette condition n’est pas verifiée pour certaines fonctions
de covariance, comme les covariances sphériques dans R3

K(‖τ‖) =
{
σ2
(
1− 3

2θ‖τ‖+ 1
2θ3 ‖τ‖

3
)

si ‖τ‖ ≤ θ
0 si ‖τ‖ > θ

,

où θ > 0 est le paramètre de portée.

Il est plus difficile d’obtenir des résultats quand la moyenne du processus est non nulle. On
consultera cependant [194] dans le cas du processus d’Ornstein-Uhlenbeck.
Des résultats empiriques étendant la proposition 2.3.19 sont donnés dans [6], qui utilisent
la matrice d’information Iς . Il est montré tout d’abord que, pour un processus d’Ornstein-

Uhlenbeck, la distribution asymptotique du paramètre σ̂2θ = σ̂2θ̂ (qui est donnée dans [195])
peut s’obtenir à partir de l’inverse de la matrice d’information. L’idée est alors d’utiliser la matrice
d’information pour en déduire, de façon analogue, des résultats empiriques de consistance dans
le cas d’une fonction de covariance gaussienne, pour laquelle il n’y a pas de résultat théorique
concernant le paramètre σ2. Après avoir verifié expérimentalement dans le cas de 1, puis 2
facteurs, que σ̂2 et θ̂ semblent non biaisés, et que l’inverse de la matrice d’information fournit
une bonne approximation de la variance des paramètres, il est montré que tr(I−1

ς ) → 0 quand
n→∞, ce qui semble indiquer, empiriquement, que l’estimation des paramètres est consistante
dans le cas d’une fonction de covariance gaussienne (la théorie donne le résultat seulement pour
θ̂, proposition 2.3.19).
Nous verrons au paragraphe 2.3.3 que le fait de ne pas pouvoir identifier séparément chacun
des paramètres de la fonction de covariance n’est pas un obstacle pour faire de la prédiction
optimale : il suffit de bien estimer les quantités identifiables pour obtenir un bon prédicteur.
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C’est une illustration de la loi de Jeffrey [161] : les choses que l’on ne peut pas prévoir à
partir d’un grand nombre de données ne peuvent pas avoir d’influence sur la prédiction. À titre
d’illustration, on pourra consulter [196], où les figures montrent clairement que les prédictions
sont presque identiques pour des mêmes valeurs du produit σ2θ dans le cas d’un processus
d’Ornstein-Uhlenbeck, même si σ2 et θ sont différents.

Remarque 2.3.21 [194] Dans le cas où les paramètres ne sont pas tous estimables, il est possible
d’en fixer un certain nombre afin de réduire le nombre d’éléments à optimiser. Par exemple, dans
le cas d’un processus d’Ornstein-Uhlenbeck de moyenne nulle, il est équivalent de chercher

σ̂2θ = argmax
σ2θ

l(σ2, θ),

σ̂2 = argmax
σ2

l(σ2, θ0), ou

θ̂ = argmax
θ

l(σ20 , θ),

avec σ20 et θ0 fixés a priori, puisqu’au final les produits σ̂2θ, σ̂2θ0, σ20 θ̂ obtenus seront identiques.

Intéressons-nous alors à la distribution asymptotique des estimateurs quand une partie des valeurs
des paramètres est fixée a priori. Si le vecteur des paramètres φ d’un processus gaussien n’est pas
micro-ergodique, notons φ = t(tφµ,

tφν), où φµ est micro-ergodique et aucune fonction non triviale
de φν n’est micro-ergodique. Il est raisonnable de conjecturer que si φν est fixé a priori et φµ est

estimé par une suite consistante φ̂µ,n d’estimateurs du MV, alors le comportement asymptotique

des estimateurs φ̂µ,n est le même que si φν était connu [161].

2.3.2.3 Maximum de vraisemblance pénalisé

Observant l’équation (2.43), on remarque que lorsque la matrice d’information est mal
conditionnée, la variance des estimateurs peut être très élevée. Ceci correspond à une fonction de
vraisemblance (ou de vraisemblance restreint) plate autour de l’optimum. Une solution possible
pour diminuer la variance des estimateurs est d’ajouter un terme de pénalisation à la log-
vraisemblance (2.30),

l(β, σ2, ψ) = −1

2

[
n log σ2 + log(det(R)) +

t(Y n − Fβ)R−1(Y n − Fβ)
σ2

]
− n

∑

i

pλ(ςi),

avec ς = (σ2, ψ), pλ(·) une fonction de pénalisation à valeurs positives et λ un paramètre
contrôlant la régularisation (cette méthode s’applique évidemment aussi au maximum de
vraisemblance restreint). Le prix à payer pour la diminution de la variance est un biais
supplémentaire sur les paramètres (c’est donc l’idée inverse du MVR). Plusieurs pénalités sont
proposées dans [98], ainsi qu’un algorithme pour estimer λ, β, σ2 et ψ. Sous certaines hypothèses
sur la pénalité, on peut retrouver le résultat de normalité asymptotique du maximum de
vraisemblance (2.41), montrant l’efficacité asymptotique de l’estimateur ainsi construit. Mais
il est suggeré dans [161] que si la vraisemblance est plate, c’est simplement que l’on ne peut rien
tirer des données (on retrouve la loi de Jeffrey).

2.3.3 Conséquences d’une mauvaise estimation des paramètres

Les performances du prédicteur lorsque les paramètres du modèle sont incorrects sont
rappelées dans un premier paragraphe, de façon heuristique, afin de pouvoir dégager des idées
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générales sans trop alourdir la présentation. Ensuite, nous voyons des méthodes alternatives à la
technique « plug-in » qui ont été proposées pour l’estimation de l’EQM dans la littérature.

2.3.3.1 Performances du prédicteur

Rappelons ici des idées générales concernant la qualité du prédicteur lorsque la structure
du second ordre (m0, k0), caractérisant le processus gaussien {Y (x, ω), x ∈ X , w ∈ Ω}, est mal
estimée [161]. On constatera qu’il est possible d’obtenir asymptotiquement un prédicteur optimal
même si le modèle (m1, k1) utilisé est différent de la réalité.
Dans toute la suite, on notera (m0, k0) la vraie structure du second ordre de Y et P0 la mesure
gaussienne associée, et (m1, k1) la structure avec laquelle on effectue les prédictions et P1 la
mesure gaussienne associée. Les BLPs en un point x obtenus à partir des n observations en
Xn = {x1, . . . , xn}, en utilisant les modèles (m0, k0) et (m1, k1), seront notés respectivement
Ŷ n
0 (x) et Ŷ n

1 (x). Une façon de mesurer la qualité du prédicteur obtenu à partir des termes
incorrects (m1, k1) est donnée par

EP0

[
Ŷ n
1 (x)− Y (x)

]2

EP0

[
Ŷ n
0 (x)− Y (x)

]2 = 1 +
EP0

[
Ŷ n
1 (x)− Ŷ n

0 (x)
]2

EP0

[
Ŷ n
0 (x)− Y (x)

]2 , (2.45)

qui mesure le ratio entre l’EQM du « faux » BLP et du « vrai » BLP (l’égalité est obtenue en
utilisant la caractérisation du BLP par orthogonalité donnée dans la remarque 2.2.15). Si l’on

souhaite également évaluer de combien on se trompe en utilisant l’EQM EP1 [Ŷ
n
1 (x)− Y (x)]

2

donnée par le mauvais modèle (m1, k1), on calcule la quantité

EP1

[
Ŷ n
1 (x)− Y (x)

]2

EP0

[
Ŷ n
1 (x)− Y (x)

]2 , (2.46)

où l’on a divisé par la vraie EQM du BLP obtenu sous le modèle (m1, k1). Enonçons quelques
principes généraux :

– utiliser une mauvaise fonction de covariance a un plus grand impact sur l’EQM, à travers
(2.46), que sur le prédicteur, à travers (2.45) ;

– le comportement haute fréquence de la mesure spectrale (ou, de façon quelque peu
imprécise, le comportement de la fonction de covariance à l’origine) est crucial quand
on fait de l’interpolation (de la prédiction dans l’enveloppe convexe des observations) ;
le comportement basse fréquence de la mesure spectrale (en particulier, la portée de la
covariance) a asymptotiquement peu d’effets sur l’interpolation, surtout pour les processus
les plus réguliers (mais pour un échantillon de taille finie, si la portée de la covariance
est très petite, la prédiction est égale à la partie déterministe dès qu’on s’écarte un peu
des points observés, avec des pics très étroits autour des points observés : on a alors une
très mauvaise prédiction). Quand on fait de l’extrapolation (de la prédiction en dehors
de l’enveloppe convexe des observations) le comportement basse fréquence de la mesure
spectrale joue un rôle plus important que dans le cas de l’interpolation.

À partir de (2.45) et (2.46), il est montré dans [161] qu’utiliser la fonction de covariance gaussienne
peut donner un prédicteur acceptable même si le vrai processus n’est pas très régulier ; par contre
l’EQM obtenu en utilisant la covariance gaussienne a tendance a être beaucoup trop optimiste.
C’est l’une des raisons (en plus des instabilités numériques constatées) pour lesquelles [161]
déconseille l’utilisation de la covariance gaussienne.
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On peut montrer que, sous certaines hypothèses, des mesures gaussiennes équivalentes
génèrent des prédicteurs asymptotiquement équivalents.

Théorème 2.3.22 [161] Soit {Y (x, ω), x ∈ X , ω ∈ Ω} un processus gaussien défini par la
structure du second ordre (m0, k0), avec X un sous-ensemble borné de Rd. Soit {xi}i∈N une
suite de points de X . On note Xn = {x1, . . . , xn} l’ensemble des n premières observations. Si les
mesures gaussiennes P0 et P1, associées respectivement aux structures du second ordre (m0, k0)
et (m1, k1), sont équivalentes, alors, sous certaines hypothèses générales,

lim
n→∞

sup
x∈X\Xn

∣∣∣∣∣∣∣

EP0

[
Ŷ n
1 (x)− Y (x)

]2

EP0

[
Ŷ n
0 (x)− Y (x)

]2 − 1

∣∣∣∣∣∣∣
= 0 ;

lim
n→∞

sup
x∈X\Xn

∣∣∣∣∣∣∣

EP1

[
Ŷ n
1 (x)− Y (x)

]2

EP0

[
Ŷ n
1 (x)− Y (x)

]2 − 1

∣∣∣∣∣∣∣
= 0.

Autrement dit, le BLP obtenu sous le modèle faux (m1, k1), ainsi que son EQM, sont
asymptotiquement uniformément optimaux (le supremum est calculé pour les x n’appartenant
pas à Xn afin de ne pas diviser par 0).

On retrouve la loi de Jeffrey : sous des conditions générales, deux mesures gaussiennes qui ne
peuvent pas être distinguées avec grande probabilité donnent des prédicteurs identiques.

De façon intuitive (et pas entièrement rigoureuse), on retiendra que le prédicteur sera
asymptotiquement optimal si la régularité de la fonction de covariance k1(·) à l’origine est la
même que la régularité à l’origine de la fonction k0(·).

Remarque 2.3.23 [161] En toute rigueur, ce sont les densités spectrales f1(·) et f0(·) (§ 2.1.2.3)
qui doivent avoir le même comportement haute fréquence (i.e., à l’infini).

Nous renvoyons à [162] pour des vitesses de convergence du prédicteur obtenu sous un mauvais
modèle, et à [164] pour des résultats d’équivalence dans le cas non-stationnaire. Des expériences
numériques illustrant les résultats évoqués dans ce paragraphe sont présentées dans [161, 178].

2.3.3.2 Alternatives pour l’estimation de l’EQM

Dans le cas où les paramètres de la fonction de covariance sont inconnus et estimés, la formule
(2.24) de l’EQM n’est plus valide. On peut montrer que la formule « plug-in » (2.29) sous-estime
en moyenne l’EQM, car elle ne tient pas compte de la variabilité des estimateurs : on a donc
tendance à être trop optimiste sur la qualité du modèle.

Dans [5], un estimateur correctif empirique de l’EQM est proposé, dans le but d’améliorer la
qualité d’un autre estimateur correctif proposé dans [69, 82, 201] et utilisé dans [4] dans le cas
d’une fonction de corrélation exponentielle. Il est montré par simulation que ce nouvel estimateur
peut être plus proche de la réalité dans le cas d’expériences déterministes, mais que les résultats
sont comparables en présence de bruit de mesure (§ 2.4). Il est aussi montré que la qualité de
ces estimateurs correctifs dépend de la vraie corrélation : l’estimation « plug-in » de l’EQM
peut notamment s’avérer meilleure en cas de forte corrélation. C’est pourquoi, en l’absence d’une
alternative fiable, il est recommandé dans [201] d’utiliser l’estimateur « plug-in » (2.29).

Dans [40], une méthode d’estimation de l’EQM utilisant le bootstrap [47] est proposée, qui
tient compte de la variabilité supplémentaire introduite par les estimateurs, mais cette méthode
est coûteuse en temps de calcul.
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C’est donc tout de même la formule « plug-in » de l’EQM (2.29) que nous utiliserons en
pratique.

2.4 Krigeage avec prise en compte d’erreur de mesure

Dans le cas où l’on souhaite modéliser un phénomène physique, les observations sont entachées
d’un bruit de mesure dont il faut tenir compte pour éviter le phénomène de sur-ajustement
(overfitting), quand le modèle a des variations trop fortes par rapport à la réalité. De plus,
construire un interpolateur basé sur des observations bruitées n’aurait pas de sens, car répéter
les observations en un même point donne des valeurs différentes. On va donc faire de la régression
des données, et non plus de l’interpolation comme précédemment.
Nous présentons tout d’abord le modèle de krigeage correspondant, puis une méthode
permettant de modéliser un système informatique (déterministe) en présence d’un bruit de type
« numérique ».
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Figure 2.5 – Illustration du phénomène de sur-ajustement (overfitting) : les prédictions données
par le modèle interpolateur (en trait fin) risquent d’être très éloignées de la réalité quand on
s’éloigne des données, alors qu’un modèle de régression (en trait épais) tient compte des erreurs
de mesure et présente des variations moindres.

2.4.1 Modèle de krigeage avec inclusion de bruit

Le modèle de krigeage (2.18) est modifié en y ajoutant un terme modélisant le bruit de
mesure,

Y (x) = tm(x)β + Z(x) + ε(x), (2.47)

où ε(x) ∼ N (0, σ2ε (x)) est indépendante de Z(x) pour tout x, et de ε(x′) pour tout x′ 6= x. On
supposera la variance de bruit constante et inconnue, i.e.

σ2ε(x) = σ2ε .
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La log-vraisemblance s’écrit alors à une constante près [51, 136]

l(β, σ2, ψ, σ2ǫ |Y n) = −1

2

[
log
(
det
(
σ2R+ σ2εIn

))
+ t (Y n −Mβ)

(
σ2R+ σ2ǫ In

)−1
(Y n −Mβ)

]
.

(2.48)
Le paramètre σ2ε peut être vu comme un terme de régularisation, la matrice σ2R + σ2εIn étant
mieux conditionnée que la matrice σ2R apparaissant dans l’équation de la log-vraisemblance
(2.30) (i.e., l’inversion est numériquement plus stable). Cette technique est d’ailleurs utilisée
dans la routine DACE [104, 105] pour améliorer le conditionnement des matrices de corrélation
dans le cas non bruité, en leur ajoutant systématiquement la matrice δIn, avec δ ≈ 10−15.
On remarque que l’on ne peut pas séparer les termes σ2 et σ2ε dans l’équation (2.48). Après une
reparamétrisation en λ = σ2ε/σ

2 [113], la log-vraisemblance se réécrit de façon similaire à (2.30)

l(β, σ2, ψ, λ|Y n) = −1

2

[
n log

(
σ2
)
+ log (det (R+ λIn)) +

t (Y n −Mβ) (R+ λIn)
−1 (Y n −Mβ)

σ2

]
.

(2.49)
En cherchant les zéros des dérivées partielles par rapport à β et σ2, on obtient

β̂ = β̂(ψ, λ) =
(
tM(R+ λIn)

−1M
)−1tM(R+ λIn)

−1Y n, (2.50)

et

σ̂2 = σ̂2(ψ, λ) =
1

n
t(Y n −Mβ̂)(R+ λIn)

−1(Y n −Mβ̂). (2.51)

Substituant β̂(ψ, λ) et σ̂2(ψ, λ) dans (2.49), on obtient

l(β̂, σ̂2, ψ, λ|Y n) = −1

2

[
n log σ̂2(ψ, λ) + log (det(R(ψ) + λIn)) + n

]
,

qui ne dépend que de ψ et λ. L’estimation par maximum de vraisemblance s’écrit de façon
compacte

(ψ̂, λ̂) = argmin
(ψ,λ)

[
n log σ̂2 (ψ, λ) + log (det (R(ψ) + λIn))

]
, (2.52)

avec σ̂2(ψ, λ) défini en (2.51). Connaissant ψ̂ et λ̂, on peut finalement calculer aussi β̂, σ̂2 et σ̂ε
2.

L’EBLUP du maximum de vraisemblance au point x0 s’écrit comme en (2.28)

Ŷ0 =
tm0β̂ + tr̂0(R̂ + λ̂In)

−1(Y n −Mβ̂), (2.53)

et l’EQM empirique correspondant vaut

EQMµ̂(x0) = σ̂2

[
1− tr̂0(R̂+ λ̂In)

−1r̂0 +
tγ̂

(
tM
(
R̂+ λ̂In

)−1
M

)−1

γ̂

]
, (2.54)

avec γ̂ = m0− tM(R̂+ λ̂In)
−1r̂0. Si on a besoin d’une estimation de la loi a posteriori de Y0, on

utilise généralement en pratique la loi N (Ŷ0,EQMµ̂(x0)) (revoir cependant la remarque 2.2.13).
Le modèle de krigeage ainsi construit n’est plus un interpolateur. De plus, l’EQM empirique ne
vaut plus 0 aux xi, illustrant le fait qu’observer une deuxième fois en xi donnera une valeur
différente.

Remarque 2.4.1 En faisant λ = 0 dans (2.53) et (2.54), on retrouve les équations de l’EBLUP
(2.28) et de l’EQM empirique (2.29) obtenues dans le cas non bruité.
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En ce qui concerne l’identifiabilité des paramètres (§ 2.3.1), tout dépend de la variance du bruit
σ2ε .

Proposition 2.4.2 [161] Soient (m0, k0, σ
2
ǫ,0) et (m1, k1, σ

2
ǫ,1) deux mesures gaussiennes pour

un processus aléatoire Y défini sur un ensemble X ⊂ Rd, et {x1, x2, . . .} une suite de points de X
dense dans X . Si X n’a pas de point isolé, et si Y est continu en moyenne quadratique (annexe
B), alors les mesures sont :

– orthogonales, si σ2ε,0 6= σ2ε,1 ;
– équivalentes, si σ2ε,0 = σ2ε,1 et les mesures gaussiennes associées à (m0, k0) et (m1, k1) sont

équivalentes.

Il est donc possible d’identifier correctement le paramètre de bruit, et par suite tout dépend
de l’identifiabilité des autres paramètres. En ce qui concerne la qualité du prédicteur sous un
mauvais modèle, il existe un analogue du théorème 2.3.22 en présence de bruit.

Théorème 2.4.3 [161] Soit {Y (x, ω), x ∈ X , ω ∈ Ω} un processus gaussien, défini par la
structure du second ordre (m0, k0, σ

2
ε), avec k0(·, ·) continue, et soit X un sous-ensemble borné

de Rd n’ayant aucun point isolé. Soit {xi}i∈N une suite de points de X dense dans X . On note

Xn = {x1, . . . , xn} l’ensemble des n premières observations, Ŷ n
0 (x) et Ŷ n

1 (x) les BLPs obtenus
respectivement sous les modèles (m0, k0, σ

2
ε) et (m1, k1, σ

2
ε). Si les mesures gaussiennes P0 et

P1, associées respectivement aux structures du second ordre (m0, k0, σ
2
ε) et (m1, k1, σ

2
ε), sont

équivalentes, alors,

lim
n→∞

sup
x∈X\Xn

∣∣∣∣∣∣∣

EP0

[
Ŷ n
1 (x)− Y (x)

]2

EP0

[
Ŷ n
0 (x)− Y (x)

]2 − 1

∣∣∣∣∣∣∣
= 0 ;

lim
n→∞

sup
x∈X\Xn

∣∣∣∣∣∣∣

EP1

[
Ŷ n
1 (x)− Y (x)

]2

EP0

[
Ŷ n
1 (x)− Y (x)

]2 − 1

∣∣∣∣∣∣∣
= 0.

Autrement dit, le BLP obtenu sous les hypothèses fausses (m1, k1, σ
2
ε), ainsi que son EQM, sont

asymptotiquement uniformément optimaux.

Les résultats disponibles sur les propriétés asymptotiques des estimateurs du MV dans le cas
bruité ne sont pas nombreux. La proposition suivante étend un résultat donné dans le cas non
bruité.

Proposition 2.4.4 [25] Soient σ̂2, θ̂ et σ̂2ε les estimateurs du MV d’un processus d’Ornstein-
Uhlenbeck (§ 2.1.2.3, équation (2.11)), et D un sous-ensemble compact de R3

+ contenant le vecteur
des vraies valeurs des paramètres (σ2, θ, σ2ε). Alors, sous certaines hypothèses infill, l’estimation
de σ2θ est consistante, l’estimation de σ2ε est fortement consistante, et si (σ2, θ, σ2ε) est dans
l’intérieur de D, on a

(
n

1
4 (σ̂2θ̂ − σ2θ)
n

1
2 (σ̂2ε − σ2ε)

)
L−→ N

((
0
0

)
,

(
4
√
2σε(σ

2θ)
3
2 0

0 2σ4ε

))
.

La vitesse de convergence de l’estimateur σ̂2θ̂ est seulement en n
1
4 , contre

√
n dans le cas non

bruité (voir [194] pour l’expression de la normalité asymptotique dans le cas non bruité).
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Remarque 2.4.5 Il est également possible d’introduire un bruit aléatoire sur les entrées, en
supposant que les xi, 1 ≤ i ≤ n, sont des variables aléatoires [32]. La propagation des incertitudes
est étudiée dans [133], où l’on observe que les trajectoires prédites sont aplanies. Dans [50], il est
montré, sous certaines hypothèses sur la forme de la moyenne m(·) et de la fonction de covariance
k(·, ·), que si k(·, ·), σ2ε et la distribution des xi sont connus, alors, sous certaines hypothèses infill,
l’EQM tend vers 0 en tout point quand le nombre d’observations tend vers l’infini ; en outre, pour
un échantillon de taille finie, prendre en compte le fait que les xi sont aléatoires diminue l’EQM
du BLUP (2.23) obtenu en supposant les xi fixés.

L’équivalent du krigeage avec bruit de mesure, en terme de régression régularisée dans un
RKHS, est donné dans le théorème 1.4.4, équation (1.21).

2.4.2 Réinterpolation

Certains phénomènes naturels difficiles à observer sont modélisés par un code informatique :
le phénomène est alors « observé » par simulation numérique du modèle informatique (voir
par exemple [148] pour l’utilisation d’un code informatique modélisant un réservoir pétrolier).
Lorsque le phénomène est complexe, les simulations numériques peuvent être très coûteuses en
temps de calcul. Il est alors souhaitable de construire un modèle du code informatique (un modèle
du modèle, ou meta-modèle), en utilisant par exemple le krigeage.
La sortie d’un code informatique étant déterministe, on serait enclin à utiliser le krigeage
sans bruit de mesure. Néanmoins, la réponse peut être entachée d’une erreur numérique non-
négligeable, dûe par exemple à des problèmes de discrétisation (lorsque le maillage est variable)
ou de convergence [51]. Des entrées très proches pourront donner des valeurs très différentes :
utiliser un modèle interpolateur produirait alors un phénomène de sur-ajustement. Le modèle de
krigeage avec bruit de mesure n’est pas non plus satisfaisant, car l’erreur quadratique est non-
nulle aux facteurs d’entrée observés, alors que la réponse du code est déterministe : répéter les
observations au même facteur d’entrée donnera toujours la même valeur de sortie. On souhaiterait
construire un modèle qui ne soit pas un interpolateur, mais dont l’erreur quadratique soit nulle
aux facteurs observés : c’est l’objet de la réinterpolation.
Le principe de la méthode est le suivant [51] :

1. construire le prédicteur de krigeage avec bruit de mesure à partir des données
d’apprentissage Y n = t(y(x1), . . . , y(xn)),

Ŷ (x0) =
tm0β̂ + tr̂0(R̂ + λ̂In)

−1(Y n −Mβ̂), (2.55)

avec β̂ donné en (2.50) ;

2. calculer le vecteur des prédictions aux facteurs observés xi, donné par le modèle de krigeage
avec bruit de mesure,

Y n
r = t

(
Ŷ (x1), . . . , Ŷ (xn)

)

= Mβ̂ + R̂(R̂ + λ̂In)
−1(Y n −Mβ̂) ; (2.56)

3. calculer le prédicteur de krigeage sans bruit, à partir du vecteur des « observations » Y n
r ,

en utilisant les valeurs des paramètres de corrélation obtenues à l’étape précédente,

Ŷr(x0) =
tm0β̂r +

tr̂0R̂
−1(Y n

r −Mβ̂r),

avec

β̂r =
(
tMR̂−1M

)−1
tMR̂−1Y n

r . (2.57)
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Le prédicteur Ŷr(x0) satisfait à nos attentes : ses variations sont plus douces qu’un modèle qui
soit un interpolateur pour les données observées avec bruit Y n, et l’erreur de prédiction est nulle
aux facteurs observés. Les valeurs des prédicteurs Ŷr(x0) et Ŷ (x0) sont en fait identiques. En
utilisant (2.56) et (2.57), on montre tout d’abord que β̂r = β̂ :

β̂r =
(
tMR̂−1M

)−1
tMR̂−1Y n

r

=
(
tMR̂−1M

)−1 (
tMR̂−1Mβ̂ + tMR̂−1R̂(R̂+ λ̂In)

−1(Y n −Mβ̂)
)

= β̂ +
(
tMR̂−1M

)−1 (
tM(R̂ + λ̂In)

−1Y n − tM(R̂+ λ̂In)
−1Mβ̂

)

= β̂,

où la dernière égalité vient de l’expression de β̂ donnée en (2.50). On a donc, pour tout x0 ∈ X ,

Ŷr(x0) = tm0β̂r +
tr̂0R̂

−1(Y n
r −Mβ̂r)

= tm0β̂ + tr̂0R̂
−1(Y n

r −Mβ̂)

= tm0β̂ + tr̂0R̂
−1R̂(R̂+ λ̂In)

−1(Y n −Mβ̂)

= tm0β̂ + tr̂0(R̂+ λ̂In)
−1(Y n −Mβ̂)

= Ŷ (x0).

L’EQM empirique du prédicteur Ŷr(x0) est calculée à l’aide de l’équation (2.29), où seul le terme

de variance σ̂2r dont l’équation est donnée par (2.32), dépend de Y n
r . Sa valeur en fonction du

vecteur des observations Y n est donnée par

σ̂2r =
1

n
t(Y n

r −Mβ̂r)R̂
−1(Y n

r −Mβ̂r)

=
1

n
t(Y n

r −Mβ̂)R̂−1(Y n
r −Mβ̂)

=
1

n
t(Y n −Mβ̂)(R̂ + λ̂In)

−1R̂(R̂+ λ̂In)
−1(Y n −Mβ̂), (2.58)

où la dernière égalité a été obtenue en utilisant (2.56).
En résumé, nous avons ainsi construit un prédicteur qui n’est pas un interpolateur, mais

dont l’erreur de prédiction est nulle aux facteurs observés (voir la figure 2.6, où les cercles
pleins représentent les observations ; le modèle de réinterpolation est tracé en trait continu, les
intervalles de confiance à 95% en trait discontinu). Le prédicteur (2.55) est obtenu par krigeage
avec bruit de mesure. L’EQM empirique est calculée à partir des valeurs des paramètres de
moyenne et de corrélation obtenues avec le modèle bruité, mais en utilisant l’équation (2.29) de
l’EQM empirique sans bruit de mesure. La variance est estimée en utilisant la formule (2.58).
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Figure 2.6 – Illustration de la technique de réinterpolation. Les observations sont représentées
par les cercles pleins, le modèle de réinterpolation en trait continu et les intervalles de confiance
à 95% en trait discontinu. On remarque que même si le modèle ne passe pas par les observations,
l’erreur de prédiction vaut 0 en ces points.



Chapitre 3

Plans d’expériences

La planification d’expériences correspond au choix des combinaisons des valeurs des facteurs
d’entrée, les points ou essais (trials, runs) x1, . . . , xn du domaine expérimental X ⊂ Rd, auxquels
on va effectuer les mesures. Un choix judicieux s’avère souvent important en pratique, car le
nombre n d’observations est fréquemment assez réduit pour des raisons de coût ou de durée
de mise en œuvre des expériences. Le plan d’expériences (design of experiments, DOE) sera
alors l’ensemble des essais choisis. Il va dépendre du but de l’expérimentation : optimiser
la réponse, construire un modèle de la relation entrées/sorties, etc. Nous présentons dans ce
chapitre différents types de plans d’expériences correspondant à des objectifs variés, appelés plans
optimaux car optimisant un certain critère. Nous considérons tout d’abord des plans cherchant
à répartir les points uniformément dans la région expérimentale, appelés space-filling designs
ou exploratory designs. Ce type de plan est utilisé lorsqu’on ne dispose d’aucune information a
priori permettant de savoir quelles parties de la région expérimentale X il est le plus intéressant
d’échantillonner. Puis nous verrons des plans optimaux pour des critères liés à la qualité
des prédictions du modèle. Enfin, nous examinerons des algorithmes de construction de plans
d’expériences séquentiels qui, combinés avec le krigeage, permettent de faire de l’optimisation
globale d’une fonction. Pour une introduction plus détaillée aux plans d’expériences, nous
renvoyons à [45, 121].

3.1 Plans remplissant l’espace

Les plans remplissant l’espace (« space-filling ») ont pour objectif de répartir les points
aussi uniformément que possible dans la région expérimentale. Avec un modèle de krigeage,
ils sont utilisés quand la précision de la prédiction sur l’ensemble du domaine d’étude est une
priorité : en effet, la variance de krigeage grandit quand on s’éloigne des points, il est donc
souhaitable que ceux-ci soient éparpillés dans X . Les plans remplissant l’espace sont construits
sans faire d’hypothèse sur le modèle reliant les facteurs et les réponses ; ils peuvent être générés
aléatoirement, mais nous évitons cette approche car dans le cas de petits échantillons en grande
dimension, les points générés aléatoirement ont tendance à se concentrer à certains endroits
(phénomène de clustering [144]). Si l’on souhaite générer le plan aléatoirement, une meilleure
approche est l’échantillonnage stratifié, qui garantit une bonne équirépartition des points dans le
domaine expérimental : nous en verrons un exemple dans le cas des hypercubes latins. Pour des
détails sur les plans remplissant l’espace générés aléatoirement, on pourra consulter [49, 144].

77
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3.1.1 Hypercubes latins, tableaux orthogonaux

Si l’on souhaite que les points se projettent uniformément selon certains facteurs, par exemple
si l’on pense que la réponse ne dépend que de quelques facteurs ou que le modèle est additif, un
plan construit de façon à éparpiller les points dans l’ensemble du domaine expérimental ne sera
pas toujours satisfaisant. L’échantillonnage selon un hypercube latin est un moyen de garantir que
les projections selon chaque facteur sont uniformes. Dans la suite, un plan généré par hypercube
latin sera abusivement appelé hypercube latin.

3.1.1.1 Hypercubes latins

Définition 3.1.1 [49] Un hypercube latin (Latin Hypercube Design, LHD) à n points et d
variables d’entrée, noté LHD(n, d), est une matrice de taille n × d dont chaque colonne est une
permutation de {1, . . . , n}.

Nous présentons une procédure générale permettant d’obtenir un (plan généré par) hypercube
latin particulier de taille n, appelé midpoint Latin hypercube sampling ou centered Latin hypercube
sampling, dans un domaine expérimental de dimension d [49]. On commence par diviser le
domaine de variation de chacune des variables d’entrée en n intervalles de même longueur.
L’ensemble de tous les produits cartésiens de ces intervalles constitue une partition du domaine
expérimental en nd « cases ». Puis on choisit n cases, de façon à ce que les projections des centres
de chaque case soient uniformément réparties sur chacune des coordonnées. Les points du plan
sont alors placés aux centres de ces n cases. Plus formellement, voici la procédure à suivre :

– pour j = 1, . . . , d, diviser le je axe [aj , bj ] en n parties égales. Les points de la subdivision
sont alors

aj , aj +
bj − aj
n

, . . . , aj + (n− 1)
bj − aj
n

, bj ;

– se donner une matrice Π = Πij , de taille n × d, dont les colonnes sont d permutations de
{1, . . . , n} (la matrice LHD(n, d) de la définition 3.1.1) ;

– définir les n points du plan comme étant les points de coordonnées
(
a1 + (Πi1 − 0, 5)

b1 − a1
n

, . . . , ad + (Πid − 0, 5)
bd − ad
n

)
, i = 1, . . . , n.

Des exemples d’hypercubes latins centrés de taille 6 avec deux facteurs dans [0, 1] sont présentés
sur la figure 3.1.

Remarque 3.1.2
– Comme on peut le constater sur la figure 3.1, il est possible d’obtenir, de cette manière,

un plan dont les points sont répartis uniformément sur la diagonale du carré. Même si les
coordonnées sont réparties uniformément, on ne peut pas dire que les points soient bien
répartis dans tout le domaine [0, 1]2 : le plan à gauche n’est pas « space-filling ». Les plans
de gauche et de droite correspondent respectivement aux matrices de permutations

Π =




1 1
2 2
3 3
4 4
5 5
6 6




et Π =




1 5
2 2
3 6
4 4
5 1
6 3




;
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Figure 3.1 – Deux hypercubes latins centrés à 6 points dans [0, 1]2.

– une fois les n cases choisies, il est possible de placer les points ailleurs qu’au centre de ces
cases. On peut aussi, par exemple, considérer une réalisation de la loi uniforme dans la
case (on fait alors de l’échantillonnage stratifié) ;

– dans le cas où les facteurs d’entrée sont aléatoires, les nd « cases » sont déterminées en
utilisant les fonctions de répartition marginales des facteurs, de façon à ce que chacune
délimite une zone de probabilité 1/nd. Le cas déterministe correspond donc à des lois
marginales uniformes [144].

Un des intérêts des hypercubes latins est que, contrairement aux plans factoriels complets, une
projection en dimension inférieure ne fait pas apparaître de doublon : en enlevant un ou plusieurs
facteurs, les n points ainsi définis sont encore différents.

3.1.1.2 Tableaux orthogonaux

Les tableaux orthogonaux sont une extension des hypercubes latins.

Définition 3.1.3 [49, 72] On appelle tableau orthogonal (Orthogonal Array, OA) de force t,
taille n, à d facteurs et s symboles, et on note OA(n, d, s, t), une matrice de taille n × d dont
les entrées sont les s symboles arrangés de telle manière que toute sous-matrice de taille n ×m
contienne chacune des sm lignes possibles le même nombre de fois pour tout m ≤ t, ou de façon
équivalente, de manière à ce que toute sous-matrice de taille n×t contienne chacune des st lignes
possibles le même nombre de fois λ = ns−t. Le paramètre λ est appelé indice (index) du tableau.

Remarque 3.1.4 [49] Une telle matrice contenant chacune des lignes possibles le même nombre
de fois est appelée plan factoriel complet, ou plan complet.

En pratique, la taille n du tableau est le nombre de points du plan d’expériences. Le nombre de
symboles s est le nombre de niveaux que peuvent prendre chacun des facteurs (chaque facteur
prend donc le même nombre de niveaux).

Exemple 3.1.5 [72] Le tableau suivant est un OA(4, 3, 2, 2).



0 0 0
0 1 1
1 0 1
1 1 0


 .
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La construction des tableaux orthogonaux n’est pas évidente. En général, plus la force t est
grande, plus la construction est difficile [72]. Une fois que l’on dispose d’un tableau orthogonal,
on peut appliquer la procédure présentée dans le paragraphe précédent pour obtenir les points
correspondant dans le domaine expérimental [a1, b1] × · · · × [an, bn]. Les tableaux orthogonaux
généralisent la propriété de projection uniforme sur chaque coordonnée des hypercubes latins :
si l’on projette les points d’un tableau orthogonal sur t coordonnées ou moins, le résultat est
toujours une grille uniforme. Cependant, les tableaux orthogonaux n’existent que pour certaines
valeurs des paramètres : il faut en effet n = λst.

Pour beaucoup plus d’informations sur les hypercubes latins et les tableaux orthogonaux, on
pourra consulter [49, 72, 144].

Remarque 3.1.6 Nous avons vu qu’un hypercube latin (ou un tableau orthogonal) ne suffit pas
à définir un plan « space-filling », mais est relativement facile à construire. Nous présentons
dans la suite d’autres critères de répartition des points, dont les critères maximin et minimax,
permettant d’obtenir des plans space-filling, mais difficiles à générer. C’est pourquoi en pratique
on cherche souvent à optimiser un hypercube latin selon un critère « space-filling », de façon à
assurer que les points soient bien répartis (un algorithme d’optimisation est présenté dans [77]).

Une méthode de construction de plans d’expériences dont les points sont répartis uniformément
dans des sous-espaces de petite dimension, utilisant une division des sous-espaces en cellules,
ainsi qu’un algorithme d’optimisation, sont présentés dans [94].

3.1.2 Plans uniformes

L’idée des plans uniformes est de sélectionner un échantillon dont la répartition est proche de
la répartition uniforme. Comme précédemment, supposons que le domaine expérimental s’écrit
X = [a1, b1]×· · ·×[ad, bd]. Notons D = {x1, . . . , xn} l’ensemble des n points du plan d’expériences
(auxquels on va observer la réponse). Notons

FU (z) =

d∏

i=1

(
zi − ai
bi − ai

)

la fonction de répartition de la loi uniforme sur X . Nous allons évaluer la discrépance de l’ensemble
D, c’est-à-dire l’écart entre la répartition des points de D et la répartition uniforme. Notons Fn(·)
la fonction de répartition empirique des points de D, i.e.

Fn(x) =
1

n

n∑

i=1

1[xi1,∞[×···×[xid,∞[(x),

avec 1E(·) la fonction indicatrice de l’ensemble E,

1E(x) =

{
1 si x ∈ E ;

0 sinon.

La discrépance de l’ensemble D, appelée aussi discrépance L∞ ou discrépance étoile (star
discrepancy) s’écrit

D∞(D) = sup
x∈X
|Fn(x)− FU (x)| .
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Une discrépance plus générale est la discrépance Lp,

Dp(D) =
(∫

X
|Fn(x)− FU (x)|pdx

) 1
p

,

qui tend vers la discrépance L∞ quand p → ∞ [49]. Des plans de discrépance faible seront
considérés bien répartis ou uniformes.

Définition 3.1.7 [144] Un plan uniforme est un ensemble D qui minimise Dp(·), pour un certain
p.

Une façon de construire un plan (presque) uniforme est de chercher le plan le plus uniforme dans
la famille des hypercubes latins centrés, faciles à générer, dont la construction a été présentée plus
haut. En ce qui concerne les performances du critère de discrépance, il est montré dans [144] que
le critère D∞ n’est pas très intuitif si il y a au moins deux facteurs : par exemple, si d = 2 et n est
pair, un plan similaire au plan à gauche de la figure 3.1 est considéré plus uniforme que le plan
dont les points sont situés sur l’autre diagonale. Si d = 1, le plan uniforme à n points dans [0, 1]
est l’ensemble {1/(2n), . . . , (2n − 1)/(2n)}, l’hypercube latin centré à n points, ce qui pourrait
justifier la méthode de construction donnée ci-dessus. De nombreux tableaux orthogonaux sont
aussi des plans uniformes [49].

Les fonctions de discrépance ne sont pas bien adaptées pour construire des plans uniformes :
la discrépance L∞ n’est pas assez sensible, et les discrépances Lp ne prennent pas en compte
l’uniformité des points sur les sous-espaces de dimension inférieure de X . De plus, les discrépances
Lp ne sont pas invariantes par rotation des coordonnées, en raison du rôle particulier joué par
l’origine du repère. Des modifications de la fonction discrépance ont été proposées pour en
améliorer les caractéristiques, parmi lesquelles la discrépance L2 modifiée, la discrépance L2

centrée et la discrépance L2 wrap-around ont de bonnes propriétés (les discrépances L2, L2

modifiée et L2 centrée sont cependant équivalentes dans le cas d = 1). Pour beaucoup plus
d’éléments sur les plans uniformes et les fonctions de discrépance, nous renvoyons à [49]. Nous
tenterons au § 4.1.1 d’appliquer la fonction de discrépance à l’ajout séquentiel de points, et
constaterons les mêmes défauts que ceux évoqués ici.

Remarque 3.1.8 Une autre façon de générer un plan uniforme est d’utiliser une suite à
faible discrépance (low-discrepancy sequence) [53]. Ces suites sont construites en subdivisant
le domaine expérimental en « cases » de même volume (comme en 3.1.1), puis en mettant un
certain nombre de points dans chacune des cases, avant de recommencer avec des cases plus
petites. Les suites de Sobol’ par exemple semblent bien résister au phénomène de regroupement
(clustering) des points en grande dimension. Un grand avantage des suites de Sobol’ est que
leur construction peut se faire de façon séquentielle, alors que l’on ne peut pas construire un
hypercube latin à n+1 points à partir d’un hypercube latin à n points [144]. Les distances inter-
points sont en général plus variées, ce qui peut être un avantage pour l’estimation des paramètres
de corrélation quand on utilise un modèle de krigeage (§ 2.2.3).

3.1.3 Plans construits à partir d’un critère de distance

Nous considérons ici des plans d’expériences construits à partir d’un critère utilisant une
distance, qui sert à quantifier la plus ou moins bonne répartition des points dans le domaine
expérimental. Notons X ⊂ Rd le domaine d’étude, d(·, ·) une distance sur X et D = {x1, . . . , xn}
des points distincts de X . Nous présentons ci-dessous les critères minimax et maximin introduits
dans [79].
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3.1.3.1 Maximin distance design

Une première façon de voir les choses est de dire que les points de D sont bien répartis si ils
ne sont pas trop proches les uns des autres, autrement dit si

min
xi,xj∈D

d(xi, xj) (3.1)

est grand.

Définition 3.1.9 [49, 144] Un plan d’expériences D = {x1, . . . , xn} qui maximise (3.1) est
appelé plan maximin et noté DMm.

On a donc
max
D⊂X

min
xi,xj∈D

d(xi, xj) = min
xi,xj∈DMm

d(xi, xj) = dMm. (3.2)

Il n’y a en général pas unicité dans le choix d’un plan maximin à n points. On peut considérer
les plans maximin dont l’indice (index), c’est-à-dire le nombre de paires de points séparées
d’une distance dMm, est minimal (dans le cas où il n’y aurait pas unicité d’un tel plan, il faut
recommencer avec la seconde plus proche distance, etc. La méthode générale est présentée ci-
dessous). L’utilisation d’un plan maximin garantit que deux points quelconques ne sont pas trop
proches, et donc que les points sont répartis dans le domaine d’étude. Les points d’un plan
maximin ont cependant tendance à être concentrés sur les bords du domaine [79].

La construction d’un plan maximin à n points est un problème de programmation non-
linéaire. On pourra consulter [42, 170], qui proposent une méthode de construction d’un plan
maximin approché, économe en temps de calcul et efficace aussi dans le cas d’un domaine d’étude
non rectangulaire (mais convexe). Les plans maximin factoriels à 2 niveaux (X = {0, 1}d) sont
étudiés dans [46], avec un lien vers la théorie des codes.

Une façon pratique de construire un plan maximin approché est de se focaliser sur les
hypercubes latins : on part de l’ensemble des hypercubes latins à n points et on choisit celui
(ou un de ceux) qui satisfait le critère maximin (3.2), appelé hypercube latin maximin. Une façon
très simple de construire un hypercube latin maximin approché est la suivante : dans un premier
temps, générer un certain nombre ND d’hypercubes latins de taille n, puis choisir parmi les ND

plans obtenus celui qui est maximin. Pour comparer la « maximinité » de deux plans D et D′,
on peut opérer comme suit [120] :

– dresser la liste de toutes les distances entre les points de chaque plan. Puisque les
plans contiennent n points, il y a n(n− 1)/2 distances à calculer pour chacun d’eux,
(di, 1 ≤ i ≤ n(n− 1)/2) pour D et (d′i, 1 ≤ i ≤ n(n− 1)/2) pour D′ ;

– pour chaque plan, trier la liste des distances obtenues dans l’ordre croissant

d1 ≤ d2 ≤ · · · ≤ dn(n−1)
2

et d′1 ≤ d′2 ≤ · · · ≤ d′n(n−1)
2

;

– considérer l’ordre suivant

(d1, . . . , dm) ≺ (d′1, . . . , d
′
m) si ∃j ∈ 1, . . . ,m tel que di = d′i ∀i < j, et dj+1 < d′j+1 ;

– poser que
« D′ est plus maximin que D » si (d1, . . . , dn(n−1)

2

) ≺ (d′1, . . . , d
′
n(n−1)

2

).

La procédure sera d’autant plus efficace que ND est grand, ce qui dépendra en pratique des
contraintes de temps de calcul.



Chapitre 3 Plans d’expériences 83

Remarque 3.1.10 Le tri les distances inter-points est une étape très coûteuse en temps de
calcul. C’est pourquoi, pour un plan D avec distances inter-points d1 . . . , dn(n−1)

2

, on peut utiliser

le critère approché

φp(D) =



n(n−1)/2∑

i=1

1

dpi




1
p

,

pour une valeur de p ∈ N∗ fixée, et garder l’hypercube latin qui minimise le critère φp(·). Un
algorithme stochastique de construction d’un hypercube latin maximin approché à l’aide de ce
critère est présenté dans [120], utilisant le recuit simulé (simulated annealing).

Les hypercubes latins maximin à deux facteurs sont étudiés extensivement dans [173] : il y est
montré que se restreindre aux hypercubes latins maximin permet d’obtenir des plans proches
d’un plan maximin optimal.

Remarque 3.1.11 [27] Le problème de la construction d’un plan maximin à n points dans
[0, 1]d est équivalent au problème de placer dans [0, 1]d les centres de n sphères, disjointes ou
d’intersection égale à un singleton, de même rayon r, de façon à ce que r soit le plus grand
possible.

3.1.3.2 Minimax distance design

Une seconde façon d’utiliser la distance d(·, ·) est de considérer que le plan D est bien réparti
dans X si tout point de X est assez proche d’un point de D, autrement dit si

max
x∈X

d(x,D) = max
x∈X

min
xi∈D

d(x, xi) (3.3)

est petit.

Définition 3.1.12 [49, 144] Un plan d’expériences D = {x1, . . . , xn} qui minimise (3.3) est
appelé plan minimax et noté DmM.

On a donc
min
D⊂X

max
x∈X

d(x,D) = max
x∈X

d(x,DmM) = dmM.

Il n’y a en général pas unicité dans le choix d’un ensemble minimax. On peut considérer les
plans minimax d’indice maximal (c’est-à-dire dont le plus grand nombre de points de X est à
une distance dmM de D), mais il n’y a toujours pas unicité d’un tel plan, auquel cas on pourrait
recommencer avec une distance plus petite, mais la méthode est plus délicate à mettre en œuvre
que dans le cas maximin du fait que l’ensemble des distances entre les points de X et D est
continu. Les points sont moins situés au bord que dans le cas d’un plan maximin [79]. Les plans
minimax sont cependant beaucoup plus difficiles à générer que les plans maximin, car la distance
doit (en théorie) être évaluée pour tous les points du domaine.

Une étude des plans minimax factoriels à 2 niveaux (X = {0, 1}d) est effectuée dans [78], où
les performances de ces plans sont évaluées par rapport aux critères classiques des plans factoriels.
Les hypercubes latins minimax à 2 facteurs sont étudiés dans [172].

Remarque 3.1.13 [27] Le problème de la construction d’un plan minimax à n points dans [0, 1]d

est équivalent au problème de placer dans [0, 1]d les centres de n sphères de même rayon r qui
recouvrent X , de façon à ce que r soit le plus petit possible.

D’autres critères de distance existent, notamment le critère de distance moyenne, pour la
présentation duquel nous renvoyons à [144].
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3.2 Méthodes paramétriques de construction de plans d’expé-
riences

Nous abordons ici le choix du positionnement des points en vue de construire un bon modèle.
Une fois la forme du modèle choisie, les plans sont construits de façon à minimiser une certaine
variance : minimisation de la variance des paramètres du modèle, ou minimisation de la variance
du prédicteur. Nous présentons dans un premier temps les critères communs utilisés dans le cas
d’un modèle de régression classique, puis leur extension au cas d’un modèle de krigeage.

3.2.1 Modèle de régression à erreurs indépendantes

Dans le cadre de la régression classique, on souhaite construire un modèle simple de la relation
entrées-sorties, et construire la courbe correspondante appelée surface de réponse (response
surface) [86]. Quand on dispose de peu d’information sur cette relation, on cherche habituellement
à ajuster un modèle empirique qui est souvent choisi comme un polynôme de degré 1 ou 2. Plaçons-
nous dans le cas d’une seule réponse pour simplifier la présentation. Dans ce cas, les données
sont supposées avoir été générées suivant la loi

yi =
tm(xi)β + εi, i = 1, . . . , n, (3.4)

avec β ∈ Rp inconnu que l’on va chercher à estimer, et les εi indépendantes de moyenne
nulle et variance σ2 inconnue. Dans le cas d’un modèle polynômial de degré 1, on aura
m(xi) = t(1, xi,1, . . . , xi,d) et dans le cas d’un modèle de degré 2 on pourra avoir m(xi) =
t(1, xi,1, . . . , xi,d, x

2
i,1, . . . , x

2
i,d, xi,1xi,2, . . . , xi,d−1xi,d) [44]. Sous forme matricielle, le modèle (3.4)

se réécrit
Y n =Mβ + ε,

avec Y n = t(y1, . . . , yn), M = t(m(x1), . . . ,m(xn)) et ε = t(ε1, . . . , εn). L’estimateur des moindres
carrés de β est donné par

β̂ = (tMM)
−1tMY n,

et sa matrice de variance-covariance par

var(β̂) = σ2(tMM)
−1
. (3.5)

La variance de l’estimateur β̂i est donc le ie terme diagonal de la matrice ci-dessus. En pratique,
on estime σ par l’estimateur sans biais

σ̂2 =
‖Y n −Mβ̂‖22

(n− p) .

On part de l’équation (3.5) pour construire le plan d’expériences, en remarquant que les
variances des estimateurs des moindres carrés des paramètres du modèle sont proportionnelles
aux éléments de l’inverse de la matrice du plan (design matrix) ID = tMM . On va choisir la
position des n points du plan D = {x1, . . . , xn} de façon à minimiser ces variances. Il existe
plusieurs critères d’optimalité pour choisir les n points du plan, parmi lesquels [66] :

– le critère le plus courant, appelé D-optimalité (D pour « déterminant »), évalue le
déterminant de la matrice du plan, que l’on va chercher à maximiser. On obtient un plan
D-optimal en cherchant

D∗
D ∈ argmax

x1,...,xn∈X
det (ID) .
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– le critère de A-optimalité (A pour « average », moyenne), qui évalue la somme des variances
des estimateurs β̂1, . . . , β̂p, que l’on souhaite minimiser. On obtient un plan A-optimal en
cherchant

D∗
A ∈ argmin

x1,...,xn∈X
tr
(
I−1
D

)
.

– un autre critère moins connu est la E-optimalité (E pour « eigenvalue », valeur propre), qui
évalue la plus petite valeur propre de la matrice du plan, que l’on cherchera à maximiser.

Le critère de D-optimalité est très populaire du fait qu’il est invariant par transformation linéaire
des facteurs de régression ou par reparamétrisation du modèle, alors que les critères de A-
optimalité et E-optimalité ne sont pas invariants par changement d’échelle.

D’autres critères prennent en compte la variance des prédictions, donnée par [66]

var [ŷ(x)] = σ2 tm(x)I−1
D m(x).

Parmi ceux-ci,
– le critère populaire de G-optimalité (G pour « greatest »), qui évalue la plus grande valeur

de la variance de prédiction sur le domaine d’étude,

max
x∈X

var [ŷ(x)] ,

que l’on va minimiser.
– le critère de I-optimalité (I pour « intégrale »), considère la moyenne de la variance de

prédiction (que l’on souhaite minimiser)

1

σ2

∫

X
var [ŷ(x)]µ(dx),

où µ désigne une mesure d’intérêt sur X . Après simplification, on obtient un plan I-optimal

D∗
I ∈ argmin

x1,...,xn∈X
tr

{(∫

X
m(x)tm(x)µ(dx)

)
I−1
D

}
.

On remarque que dans tous les cas, l’optimalité d’un plan dépend du modèle choisi a priori.
De plus, il n’y a le plus souvent pas unicité de l’optimum. De manière générale, le critère de
D-optimalité a tendance à placer les points au bord du domaine, alors que les critères de A-
optimalité et G-optimalité ont plus tendance à placer les points au centre du domaine (voir
[15, 66]). Il existe d’autres critères d’optimalité, pour lesquels on pourra consulter [100, 134]. Sous
certaines hypothèses, on peut montrer l’équivalence des critères de D-optimalité et G-optimalité
(théorème d’équivalence de Kiefer-Wolfowitz [15, 100, 134]).

En pratique, un plan optimal sera construit en discrétisant le domaine d’étude et en utilisant
un algorithme d’échange (voir [15, 66, 191]). Pour la construction séquentielle de plans D-
optimaux, on pourra consulter [131].

Pour beaucoup plus de détails sur les surfaces de réponses et les plans optimaux, nous
renvoyons à [86, 134].

3.2.2 Plans d’expériences avec modèle de krigeage

Nous présentons maintenant des critères utilisés pour construire des plans optimaux avec un
modèle de krigeage. On pourra voir que certains critères étendent ceux présentés au paragraphe
précédent. Leur implémentation pratique est cependant plus difficile du fait que les paramètres
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de corrélation sont inconnus, et il faut utiliser une partie des points pour les estimer (voir la
remarque 3.2.1).

Des critères de construction de plans d’expériences dans le but de construire un modèle
de krigeage donnant de bonnes prédictions aux points non échantillonnés sont présentés dans
[118, 140, 141, 142]. Soit Y (x), x ∈ X ⊂ Rd un processus gaussien stationnaire de fonction de
covariance k(·, ·) = σ2ρ(·, ·), et D = {x1, . . . , xn} l’ensemble des points que l’on cherche à placer
dans X . Après avoir choisi la fonction de corrélation ρ(·, ·) du processus Y , on peut construire
le plan en utilisant l’un des critères suivants (notons qu’ici un plan optimal va dépendre des
paramètres de corrélation) :

– échantillonnage à maximum d’entropie (Maximum Entropy sampling) [154]. On évalue
l’entropie de la loi conditionnelle des réponses auxquelles on n’observe pas, que l’on
cherchera à minimiser de façon à maximiser l’information apportée par les mesures. Sous
certaines hypothèses, on peut montrer [49, 144] qu’un tel plan s’obtient par

DME ∈ argmax
x1,...,xn∈X

det(R),

avec R = (ρ(xi, xj))1≤i,j≤n la matrice de corrélation des observations. Comme pour le
critère de D-optimalité, ce critère a tendance à placer les points au bord du domaine
expérimental. Pour une généralisation de cette idée, on pourra consulter [192] ;

– Integrated Mean Square Error (IMSE),

DIMSE ∈ argmin
x1,...,xn∈X

∫

X

EQM[Ŷ (x)]

σ2
µ(dx),

avec µ une mesure d’intérêt sur X et l’EQM donnée en (2.16). Ce critère généralise la
I-optimalité, et ne place pas les points au bord du domaine ;

– Maximum Mean Square Error (MMSE),

DMMSE ∈ argmin
x1,...,xn∈X

max
x∈X

EQM[Ŷ (x)]

σ2
,

qui est une généralisation de la G-optimalité. Ce critère ne place pas les points au bord du
domaine, et est plus coûteux en temps de calcul que l’IMSE.

En pratique le domaine X est discrétisé, car l’optimisation sur un domaine continu est délicate.
Des algorithmes de construction sont présentés dans [142], et un algorithme d’échange utilisant
le recuit simulé (Simulated Annealing, SA) [88] est proposé dans [140] (voir aussi [160] pour des
propriétés des algorithmes d’échange). Le lien existant entre critères ME, MMSE et minimax et
maximin, pour certaines fonctions de corrélation, est établi dans [79, 118].

La grande difficulté dans la construction des plans présentés ici est que les paramètres du
modèle sont inconnus, et un plan optimal pour certaines valeurs des paramètres pourra s’avérer
médiocre pour d’autres valeurs. Afin de contourner cette difficulté, [141] propose d’utiliser une
valeur arbitraire mais robuste des paramètres inconnus, c’est-à-dire telle que le plan optimal ainsi
construit soit performant pour un grand nombre d’autres valeurs des paramètres. L’efficacité de
la méthode est discutable, car les plans optimaux sont en général peu robustes aux changements
de valeurs des paramètres. Il est cependant montré dans [140] que les critères MMSE et IMSE
sont assez robustes l’un par rapport à l’autre : un plan optimal pour le critère MMSE est quasi-
optimal pour le critère IMSE, et vice-versa.

Remarque 3.2.1 L’inconvénient des critères de construction ci-dessus est qu’ils supposent les
paramètres de corrélation connus. Pour faire face à cette difficulté, on peut décider d’utiliser une
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partie des données pour estimer les paramètres dans un premier temps, puis placer les points
restants de façon à obtenir de bonnes prédictions. Cependant, un plan adapté pour une bonne
estimation des paramètres contiendra des points proches, et n’est donc pas pertinent pour la
prédiction car il faudrait des points bien répartis dans l’espace. C’est pourquoi d’autres critères de
construction ont été mis au point, avec pour objectif de trouver un plan permettant de construire
un bon modèle de krigeage lorsque les paramètres sont inconnus, en utilisant par exemple la
matrice d’information de Fisher (§ 2.3.2). Différents critères sont proposés et comparés dans
[198, 199, 200], où il est observé qu’un bon plan pour la prédiction et l’estimation des paramètres
de corrélation contient des points bien répartis dans le domaine expérimental (pour la prédiction),
mais aussi quelques groupes de points proches (pour l’estimation de la corrélation). On pourra
consulter [75] pour observer l’influence du choix du plan sur la qualité de l’estimation des
paramètres.

Une procédure séquentielle pour d’un bon modèle de krigeage est présentée dans [143]. Un
premier modèle est construit à partir d’un plan initial remplissant l’espace (pour que le modèle
soit assez précis sur l’ensemble du domaine), puis le plan d’expériences est enrichi du nouveau
point

x∗ = argmax
x∈X

EQM[Ŷ (x)],

là où l’incertitude sur la prédiction est la plus grande. La procédure continue ainsi jusqu’à
épuisement des essais à disposition. Dans le cas où l’on souhaite ajouter l points à la fois, le
critère proposé est

{x∗1, . . . , x∗l } = argmax
x1,...,xl∈X

det(Σap),

où Σap est la matrice de covariance a posteriori, Σap
ii = EQM[ŷ(xi)] et Σap

ij = cov[ŷ(xi), ŷ(xj)].
La variance de prédiction s’obtient à partir de (2.29), qui peut se réécrire [142]

EQM[Ŷ (x)] = σ2

[
1−

(
tm(x) tr(x)

)( 0 tM
M R

)−1(
m(x)
r(x)

)]
,

et, plus généralement, la covariance entre deux prédicteurs ŷ(xi) et ŷ(xj) s’écrit [143]

cov[Ŷ (xi), Ŷ (xj)] = σ2

[
1−

(
tm(xi)

tr(xi)
)( 0 tM

M R

)−1(
m(xj)
r(xj)

)]
.

3.3 Optimisation de la réponse avec krigeage

L’optimisation globale d’une fonction (i.e., la recherche de l’optimum sur l’ensemble du
domaine d’étude) est un problème difficile, en raison notamment de la présence éventuelle
d’optima locaux multiples de la fonction. Une recherche approfondie dans le domaine d’étude
impliquant de nombreuses évaluations de la fonction est parfois impossible pour des raisons de
temps de calcul ou de coût des mesures. Il faut alors trouver une stratégie permettant de localiser
l’optimum en un nombre limité d’essais. Plusieurs approches, dans deux cadres théoriques
différents, essaient d’y remédier : des algorithmes d’optimisation déterministe n’utilisant pas les
dérivées de la fonction objectif, et des approches statistiques par des techniques s’apparentant
aux plans d’expériences.

Parmi les méthodes d’optimisation déterministes, certaines n’utilisent que les valeurs de
la fonction objectif et pas ses dérivées (que celles-ci soient calculées analytiquement ou
numériquement), ce qui les rend utilisables pour optimiser des fonctions bruitées. Deux grandes
familles peuvent être distinguées.
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– La première est constituée des méthodes d’optimisation de type Pattern Search ou Direct
Search [21, 89, 169], qui utilisent simplement des comparaisons des valeurs des réponses,
comme la méthode du simplexe dont la plus populaire est celle de Nelder et Mead.

– La seconde est formée des méthodes du type régions de confiance avec construction
d’approximations quadratiques de la fonction objectif [130]. À chaque itération, la mesure
suivante est déterminée en minimisant une approximation quadratique locale de la fonction
objectif, et le modèle quadratique est mis à jour (cette idée a été adaptée pour qu’il soit
possible de se passer des dérivées de la fonction objectif).

Mais il existe aujourd’hui des méthodes plus performantes qui sont présentées maintenant.
Une autre idée mise en œuvre pour limiter le nombre d’essais consiste à construire des

approximations de la fonction objectif. Ce type de méthode est appelé en anglais optimization
by surrogates. Nous présentons dans la suite des méthodes d’optimisation globale utilisant un
modèle de krigeage, dont l’idée est de trouver un compromis entre l’exploration du domaine
et l’exploitation des valeurs données par le modèle [28, 119, 152] (un modèle de régression
simple est utilisé dans [132]). On dispose ainsi d’un modèle statistique dont l’incertitude peut
être quantifiée. À chaque itération, la mesure suivante est déterminée en optimisant un critère
réalisant un compromis entre la recherche de l’optimum du modèle et la recherche en des points
où l’incertitude sur le modèle est la plus grande. Le plan initial est choisi de petite taille, de
façon à échantillonner le maximum de points restant en se servant de l’information apportée par
le modèle de krigeage, et remplit l’espace pour avoir un modèle initial relativement précis sur
l’ensemble du domaine d’étude. On s’intéressera dans la suite à la détermination du minimum
global d’une fonction déterministe f(·), définie sur un ensemble compact X ⊂ Rd (la recherche du
maximum s’effectuerait de façon identique en considérant la fonction −f(·)). Plusieurs critères
ont été proposés dans la littérature, nous en présentons trois dans la suite (pour une introduction
plus détaillée à l’optimisation globale utilisant les surfaces de réponse, nous renvoyons à [80]).

3.3.1 Utilisation des bornes de confiance

L’idée de l’algorithme SDO (Sequential Design Optimization) proposé dans [28, 29] est
d’utiliser la prédiction et la variance de krigeage pour construire des bornes de confiance,
afin d’estimer en tout point du domaine la probabilité que la valeur de la fonction f(·) soit
inférieure à la valeur minimale observée jusqu’à présent. Plus précisément, après avoir observé
{y(x1), . . . , y(xn)}, dont le minimum est noté ymin, on calcule la prédiction de krigeage ŷ(x) et la
variance associée EQMµ̂(x). Puis on estime la borne de confiance inférieure (Lower Confidence
Bound, LCB) au point x,

LCB(x) = ŷ(x)− b
√

EQMµ̂(x),

où b est un paramètre de contrôle. L’idée est que si les paramètres du modèle sont connus, alors
la loi de Y (x) est gaussienne, et pour b = 1.96 par exemple on a le résultat classique

P
(
Y (x) < ŷ(x)− 1.96

√
EQMµ(x)

)
= 0.025,

ce qui signifie que la valeur LCB(x) est en-dessous de la vraie valeur de la fonction Y (x) avec
grande probabilité (0.975). On n’a donc pas intérêt à choisir un point x du domaine où la valeur
LCB(x) est grande. Ainsi, l’algorithme choisit à chaque itération

x∗ = argmin
x∈G

LCB(x),

où G ⊂ X est une grille de points candidats (à laquelle on a retiré les observations). Ce nouveau
point est ajouté à l’ensemble des observations, et le minimum observé ymin est mis à jour ainsi que
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l’ensemble des points candidats G. L’algorithme continue jusqu’à ce que le nombre d’évaluations
spécifié par l’utilisateur soit atteint, ou bien lorsque le critère de convergence

ymin < min
x∈G

LCB(x)

est atteint, auquel cas, puisque LCB(x) est très probablement inférieur à y(x) aux points de G,
on a certainement trouvé le minimum global.

Le choix du facteur b n’est pas évident. Indiquons seulement qu’une grande valeur de b
privilégie une recherche globale (une grande valeur de la prédiction ŷ(x) peut être compensée
par une grande amplitude de l’intervalle de confiance si l’incertitude est grande), alors qu’une
petite valeur de b privilégie une recherche locale, où l’on affine le modèle seulement au voisinage du
minimum du prédicteur (l’intervalle de confiance est peu étendu autour de la prédiction). L’idée
de l’algorithme perd cependant de son sens quand b devient petit : en effet, si les paramètres
du modèle sont connus et b = 0, alors la valeur LCB(x) est en-dessous de la vraie valeur de la
fonction Y (x) avec seulement une probabilité de 50%.

3.3.2 Espérance de gain

L’espérance de gain (Expected Improvement, EI) [150, 151] est également un critère combinant
l’information apportée par la surface de réponse (il est souhaitable d’échantillonner au minimum
des prédictions) et par l’erreur de prédiction (il est souhaitable d’échantilloner là où la prédiction
est la plus mauvaise, afin d’améliorer la qualité de l’approximation). À chaque itération, le point
qui maximise l’espérance de gain est ajouté au plan d’expériences. Cet algorithme est appellé
EGO, pour Efficient Global Optimization.

Notons {y(x1), . . . , y(xn)} l’ensemble des observations déjà faites, et ymin = min(y1, . . . , yn).
On calcule la prédiction de krigeage ŷ(x) et la variance associée EQMµ̂(x). On estime la loi a
posteriori en un nouveau point x par Y (x) ∼ N (ŷ(x),EQMµ̂(x)) (revoir cependant la remarque
2.2.13). On définit ensuite le gain (improvement) en x par rapport à ymin comme étant

I(x) =

{
ymin − y(x) si y(x) < ymin ;

0 sinon.

L’espérance de gain EI(x) est l’espérance de I(x) par rapport à la loi a posteriori de Y (x) :
EI(x) = EY (x)[I(x)]. Cette quantité est estimée en utilisant l’estimation de la loi a posteriori de
Y (x) donnée par le krigeage. Un calcul immédiat montre que

ÊI(x) =




(ymin − ŷ(x)) Φ

(
ymin−ŷ(x)√
EQMµ̂(x)

)
+
√

EQMµ̂(x)φ

(
ymin−ŷ(x)√
EQMµ̂(x)

)
si EQMµ̂(x) > 0 ;

0 si EQMµ̂(x) = 0,

(3.6)
où φ(·) et Φ(·) désignent respectivement la densité et la fonction de répartition de la loi N (0, 1).
L’espérance de gain est grande en un point où la valeur de la prédiction est beaucoup plus petite
que la plus petite valeur observée jusqu’à présent, ou en un point où l’incertitude, mesurée par
la variance de krigeage, est grande.

À chaque itération, on ajoute le point où l’espérance de gain est la plus grande,

x∗ = argmax
x∈X

ÊI(x).

En l’absence d’erreur de mesure, on n’a donc pas intérêt à rééchantilloner en un xi car l’espérance
de gain vaut 0, ce qui est conforme à l’intuition puisqu’on connait déjà y(xi). L’optimisation prend
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fin quand le budget de mesures disponibles est atteint, ou quand un critère d’arrêt est satisfait. Le
critère d’arrêt proposé mesure la valeur relative de l’espérance de gain par rapport au minimum
observé : si celle-ci est inférieure à un certain seuil

maxx∈X ÊI(x)

|ymin|
< εr,

l’algorithme s’arrête. Cet algorithme est particulièrement efficace en petite dimension, où
l’optimum est en général trouvé en un nombre très restreint d’essais.

Une version plus générale de l’espérance de gain (generalized expected improvement) est
présentée dans [152]. Un entier g ∈ N étant donné, on évalue la quantité

Ig(x) =

{
[ymin − y(x)]g si y(x) < ymin ;

0 sinon.

Le coefficient g permet de régler le compromis entre recherche globale et locale : une grande
valeur de g privilégie une recherche globale, où le gain est grand mais avec une probabilité faible
(les points ont tendance à être ajoutés au maximum de la variance de krigeage), et peut être
utilisé dans la première partie de l’optimisation ; au contraire, une petite valeur de g privilégie
une recherche locale, où le gain est petit mais avec une grande probabilité (le minimum est alors
approché très finement). Comme dans le cas g = 1, l’estimation de l’espérance de gain généralisée
à l’aide du krigeage s’obtient de façon analytique.

Pour plus de détails sur l’algorithme EGO, on pourra consulter [81, 144]. Dans [145] les
performances de l’algorithme EGO sont comparées avec celles de critères alternatifs proches
présentés dans [185], et des indications sont données pour l’implémentation pratique de tels
critères.

La convergence de l’algorithme EGO est démontrée dans [179] pour un processus centré dont
la fonction de covariance k(·, ·) vérifie certaines propriétés (en particulier, le RKHS H engendré
par k(·, ·) est formé de fonctions continues). La fonction à optimiser f(·) est supposée appartenir
à H, et les observations se font sans bruit de mesure. Il est montré qu’alors la suite de points
construite par l’algorithme utilisant l’espérance de gain est dense dans X , ce qui prouve le
résultat.

Remarque 3.3.1 L’inclusion de bruit de mesure dans l’algorithme EGO n’est pas évidente. Des
essais ont montré que la formule (3.6) ne donne pas de résultats satisfaisants dans le cas d’un
modèle bruité. En pratique, nous avons remarqué que les résultats sont meilleurs en remplaçant
ymin par la plus petite prédiction donnée par le modèle de krigeage bruité, y′min = mini=1,...,n ŷ(xi),
et en prenant pour variance de prédiction celle donnée par le modèle ne prenant pas en compte
le bruit (garantissant ainsi que les observations ne se feront jamais deux fois au même endroit,
revoir le paragraphe 2.4.2 consacré à la réinterpolation).

3.3.3 Utilisation de l’entropie

L’idée de l’algorithme IAGO (Informal Approach to Global Optimization) [180] est d’observer
au point où l’information apportée sur la loi du minimum est maximale. Cette méthode utilise
l’entropie (§ 4.1.4). Comme précédemment, on note Y n = {y(x1), . . . , y(xn)} les observations
dont on dispose, et ymin = min(y1, . . . , yn). On estime dans un premier temps les paramètres du
modèle de krigeage (§ 2.2.3). Notons

ΩX = {x ∈ X , Y (x) = min
t∈X

Y (t)}
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l’ensemble (aléatoire) des minima globaux de Y (·) sur X . Cet ensemble existe si les trajectoires
de Y (·) sont continues presque sûrement, ce qui est garanti par des hypothèses convenables sur
la fonction de covariance (voir le § 2.1.2). On aimerait évaluer la distribution conditionnelle
pU |Y n(·) de U , une variable aléatoire uniformément distribuée sur ΩX . Comme il n’existe
pas de formule analytique, la solution proposée est de discrétiser le domaine d’étude X et
d’utiliser des réalisations du processus aléatoire avec une méthode de Monte Carlo. Soit donc
G = {t1, . . . , tg} ⊂ X une discrétisation du domaine d’étude, ΩG l’ensemble aléatoire des minima
globaux de Y (·) sur G et UG une variable aléatoire uniformément distribuée sur ΩG. On estime
la densité conditionnelle de UG ,

pUG|Y n(x) = P(UG = x|Y n), x ∈ G,

de la façon suivante : supposons que l’on a simulé (sur G) l réalisations conditionnelles du
processus notées z1(·), . . . , zl(·), et notons, pour i = 1, . . . , l, ξi = argminx∈G zi(x) (si le minimum
n’est pas unique, en choisir un au hasard). Alors, on peut montrer que, ∀x ∈ G, la masse de
probabilité empirique

p̂UG |Y n(x) =
1

l

l∑

i=1

δξi(x)

tend presque sûrement vers pUG|Y n(x) quand l tend vers l’infini. De plus, [UG |Y n] converge en
loi vers [U |Y n] quand G devient dense dans X . On peut alors estimer l’entropie conditionnelle
de la loi du minimum apportée par une nouvelle observation au point x,

Hn(x) = H(U |Y n, Y (x)),

par une quantité Ĥn(x) (voir [180] pour la définition de l’entropie conditionnelle et les détails
des calculs). Le choix du nouveau point se fera en

x∗ = argmin
x∈X

Ĥn(x).

La méthode permet la prise en compte du bruit de mesure de façon naturelle. L’estimation
de la densité conditionnelle par Monte Carlo fait que la méthode est cependant plus coûteuse en
temps de calcul que l’espérance de gain.



Chapitre 4

Maximisation de la diversité des
réponses

Nous entrons à présent au cœur de la problématique présentée dans l’introduction. On
s’intéresse à un système inconnu f : x ∈ X ⊂ Rd → Y ⊂ Rq, avec un domaine atteignable
en sortie Y inconnu.

Approche théorique souhaitable, mais impossible à mettre en œuvre. Nous sommes à
la recherche d’un critère d’ajout de points permettant de répondre au problème inverse posé par
l’expérimentateur : une fois que l’ensemble des essais x1, . . . , xN aura été effectué et les réponses
Y N = t(y1, . . . , yN ) observées, il faudra, pour une valeur de la réponse y ∈ Y donnée, être capable
de déterminer une entrée xy ∈ X telle que f(xy) ≈ y. Si l’on modélise la réponse par un processus
gaussien Y (·) en utilisant le krigeage (chapitre 2), une façon de mesurer a posteriori l’éloignement
de Y (x) à y est donnée par

ζN (x, y) = E

[
(Y (x)− y)2

∣∣Y N
]

= EQM(x) + (ŷ(x)− y)2,

avec ŷ(x) la prédiction en x donnée par le krigeage et EQM(x) l’erreur quadratique moyenne
associée. La prédiction inverse de y est alors définie par

xy = argmin
x∈X

ζN (x, y),

qui est le point où l’on observera si l’on souhaite obtenir une réponse proche de y, au sens de
la « distance » ζN (·, ·). Un critère de construction du plan d’expériences répondant au problème
posé est donc

{x∗1, . . . , x∗N} = argmin
x1,...,xN∈X

E

[∫

Y
ζN (xy, y)µ(dy)

]
,

avec µ une mesure sur Y choisie de façon à indiquer l’intérêt de l’utilisateur pour les différentes
valeurs des réponses. Ce critère est malheureusement trop compliqué à implémenter en pratique.

Approche retenue : diversité des sorties. Le problème précédent est reformulé de la façon
suivante : on souhaite, une fois le plan construit, que les réponses obtenues soient « bien
réparties » dans le domaine atteignable Y. L’idée est que si l’on sait atteindre un ensemble
de réponses bien réparti dans Y, on devrait être capable d’atteindre rapidement n’importe quelle

92
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réponse en utilisant les observations adjacentes et les entrées correspondantes. La notion de
« bonne répartition » d’un ensemble de points sera appelée diversité dans la suite. Nous nous
intéressons à la manière de quantifier la diversité d’un ensemble de points, afin de pouvoir
évaluer la diversité des réponses que l’on attend d’une série de mesures : la série de mesures
qu’effectuera l’expérimentateur sera celle dont il espère qu’elle résultera en une diversité maximale
des réponses. Le terme « diversité » a été utilisé dans [183], et une étude sur le sujet a été effectuée
à l’IFP dans [168].

Rappelons que l’on dispose d’un budget fini de N mesures. Il serait peu judicieux de planifier
lesN mesures en même temps, car on ne dispose que de très peu d’information sur la relation entre
les facteurs et les réponses. Nous allons donc supposer que l’on a déjà effectué n < N mesures
{(x1, y1) . . . , (xn, yn)}, et allons étudier la diversité globale des n + 1 réponses y1, . . . , yn+1 que
l’on attend d’une mesure supplémentaire en xn+1. Il nous faut donc dans un premier temps
construire une fonction divn(yn+1) qui mesure la diversité de l’ensemble {y1, . . . , yn+1}. Mais
après avoir trouvé la réponse y∗n+1 maximisant la fonction divn(·), encore faut-il être capable de
trouver le facteur (ou un des facteurs) x∗n+1 vérifiant y∗n+1 = f(x∗n+1) ! C’est pourquoi nous allons
construire une fonction des facteurs d’entrée, qui va évaluer en xn+1 la diversité attendue des
n + 1 réponses {y1, . . . , yn+1} (l’idée est inspirée par l’espérance de gain, présentée au chapitre
précédent). Le krigeage permet d’obtenir la loi de probabilité conditionnelle de la sortie [Y (x)|Y n]
pour chaque facteur d’entrée x (remarque 2.2.13), nous allons donc prendre la moyenne de la
fonction divn(·) pondérée par la densité de probabilité de la loi [Y (x)|Y n]. Au moment de choisir
le nouveau facteur d’entrée pour la prochaine mesure, c’est donc un point

x∗ ∈ argmax
x∈X

E divn(Yn(x)), (4.1)

avec Yn(x) distribuée selon la loi de Y (x) conditionnelle à Y n, qui sera choisi. Il est donc
souhaitable de trouver une fonction de diversité telle que l’espérance ci-dessus se calcule aisément
quand la loi de Yn(x) est normale.

Plan du chapitre. Nous étudions dans un premier temps des fonctions permettant de mesurer
la diversité apportée par un point yn+1 à un ensemble de points y1, . . . , yn, tout d’abord en
dimension 1 pour fixer les idées (yi ∈ R, le système a une seule sortie), puis nous passons
aux dimensions du problème pratique (yi ∈ R2, il y a 2 sorties : voir l’introduction). Nous
vérifions à chaque fois si la fonction divn(yn+1) mesure correctement la diversité de l’ensemble
{y1, . . . , yn+1}, puis, si c’est le cas, nous nous assurons que l’espérance (4.1) se calcule sans trop de
difficulté. Nous voyons finalement si les fonctions de diversité ayant passé cet examen préliminaire
peuvent être modifiées pour prendre en compte les contraintes particulières à l’étude, à savoir
la présence d’erreurs de mesure, les mesures qui se font par séries de 6 et le retard d’arrivée des
résultats.

4.1 Diversité dans R

L’objectif de l’étude étant de maximiser la diversité des réponses, il s’agit dans un premier
temps de quantifier ce que l’on appelle diversité d’un ensemble de points. Nous nous sommes
intéressés à une fonction de diversité pouvant être utilisée dans un cadre séquentiel, c’est-à-dire
qui, partant d’un ensemble de points existants y1, . . . , yn, donne un critère pour choisir le nouveau
point yn+1 à ajouter de façon à maximiser la diversité de l’ensemble {y1, . . . , yn, yn+1}. Afin de
fixer les idées, nous commençons par le cas le plus simple, où l’ensemble des points est défini
dans R.
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En pratique y n’est pas une variable indépendante que l’on peut choisir : en effet, chaque
valeur de sortie yi correspond à une observation en un facteur d’entrée xi, et le nouveau point
yn+1 s’écrit en fait yn+1 = y(xn+1), avec xn+1 une nouvelle entrée. Par une approche bayésienne,
le krigeage fournit cependant une approximation de la loi conditionnelle de la sortie en un point x,
Yn(x) ∼ N (µn(x), σ

2
n(x)). Il est donc souhaitable de disposer de fonctions de diversité permettant

la prise en compte de cette incertitude (par exemple une fonction polynomiale P (yn+1), de
sorte que l’espérance EP (Y (xn+1)) puisse être évaluée analytiquement si la loi de Y (xn+1) est
normale).

Dans la suite, nous allons tout d’abord tester la minimisation de la discrépance, qui
est une mesure du caractère uniforme d’une distribution de points. Nous testons également
la maximisation de deux fonctions du type « plus proche voisin », car ces fonctions sont
généralement simples à évaluer. Finalement, nous nous intéressons à la maximisation de
l’entropie, qui est également un critère mesurant l’uniformité de la répartition d’un ensemble
de points.

4.1.1 Étude de la fonction discrépance

Nous avons vu au § 3.1.2 que la discrépance, qui est une mesure de l’éloignement de la
répartition d’un ensemble de points à la répartition uniforme, permet de construire des plans
d’expériences remplissant l’espace (plus petite est la discrépance, meilleure est la diversité). Il
est donc intéressant de tester l’efficacité de ce critère dans le cas séquentiel. C’est l’objet de ce
premier paragraphe.

Plaçons-nous dans le cas où les points sont dans [0, 1] (on se ramène aisément à ce cas
par une normalisation). Soient donc y1 ≤ y2 ≤ · · · ≤ yn ∈ [0, 1]. On note FU la fonction de
répartition de la loi uniforme sur [0, 1], et Fn la fonction de répartition empirique de l’échantillon
Y n = {y1, . . . , yn}. La mesure de la discrépance Lp est donnée par

Dp(Y
n) = ‖Fn − FU‖p.

Souhaitant ajouter un point yn+1 ∈ [0, 1], nous allons évaluer la discrépance de l’échantillon
{y1, . . . , yn, yn+1}. Notons Dn

p (y) = Dp(Y
n ∪ {y}), qui mesure la discrépance de l’ensemble

de points {y1, . . . , yn, y} dans [0, 1]. Nous avons restreint notre attention aux fonctions de
discrépance L∞, L1 et L2 qui sont faciles à évaluer.

Proposition 4.1.1 La fonction Dn
∞(·) est continue et affine par morceaux. Les pentes prennent

uniquement les valeurs −1, 0 et 1. Si l’on suppose 0 ≤ y1 < y2 · · · < yn ≤ 1, Dn
∞(·) a pour

expression analytique
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Dn
∞(y) =





−y + 1
n+1 , si y ∈ [0, y1] ∩ [0, 1

n+1 −R0,1] ∩ [0, 1
2(n+1) ] ;

R0,1, si y ∈ [0, y1] ∩ [0, 1
n+1 ] ∩ [0, R0,1] ∩ [ 1

n+1 −R0,1, 1] ;

y, si y ∈ [0, y1] ∩ [0, 1
n+1 ] ∩ [R0,1, 1] ∩ [ 1

2(n+1) , 1] ;

R0,1, si y ∈ [0, y1] ∩ [ 1
n+1 , 1] ∩ [0, R0,1] ;

y, si y ∈ [0, y1] ∩ [ 1
n+1 , 1] ∩ [R0,1, 1] ;

−y + i+1
n+1 , si y ∈ [yi, yi+1] ∩ [0, i

n+1 ] ∩ [0, i+1
n+1 −Ri,i+1] ;

Ri,i+1, si y ∈ [yi, yi+1] ∩ [0, i
n+1 ] ∩ [ i+1

n+1 −Ri,i+1, 1] ;

−y + i+1
n+1 , si y ∈ [yi, yi+1] ∩ [ i

n+1 ,
i+1
n+1 ] ∩ [0, 2i+1

2(n+1) ] ∩ [0, i+1
n+1 −Ri,i+1] ;

Ri,i+1, si y ∈ [yi, yi+1] ∩ [ i
n+1 ,

i+1
n+1 ] ∩ [0, Ri,i+1 +

i
n+1 ] ∩ [ i+1

n+1 −Ri,i+1, 1] ;

y − i
n+1 , si y ∈ [yi, yi+1] ∩ [ i

n+1 ,
i+1
n+1 ] ∩ [ 2i+1

2(n+1) , 1] ∩ [ i
n+1 +Ri,i+1, 1] ;

Ri,i+1, si y ∈ [yi, yi+1] ∩ [ i+1
n+1 , 1] ∩ [0, Ri,i+1 +

i
n+1 ] ;

y − i
n+1 , si y ∈ [yi, yi+1] ∩ [ i+1

n+1 , 1] ∩ [ i
n+1 +Ri,i+1, 1] ;

−y + 1, si y ∈ [yn, 1] ∩ [0, n
n+1 ] ∩ [0, 1−Rn,n+1] ;

Rn,n+1, si y ∈ [yn, 1] ∩ [0, n
n+1 ] ∩ [1−Rn,n+1, 1] ;

−y + 1, si y ∈ [yn, 1] ∩ [ n
n+1 , 1] ∩ [0, 2n+1

2(n+1) ] ∩ [0, 1 −Rn,n+1] ;

Rn,n+1, si y ∈ [yn, 1] ∩ [ n
n+1 , 1] ∩ [0, Rn,n+1 +

n
n+1 ] ∩ [1−Rn,n+1, 1] ;

y − n
n+1 , si y ∈ [yn, 1] ∩ [ 2n+1

2(n+1) , 1] ∩ [Rn,n+1 +
n
n+1 , 1],

avec

R0,1 = sup

(∣∣∣∣y1 −
1

n+ 1

∣∣∣∣ ,
∣∣∣∣y1 −

2

n+ 1

∣∣∣∣ , . . . ,
∣∣∣∣yi −

i

n+ 1

∣∣∣∣ ,
∣∣∣∣yi −

i+ 1

n+ 1

∣∣∣∣ , . . . ,
∣∣∣∣yn −

n

n+ 1

∣∣∣∣ , 1− yn
)

;

Ri,i+1 = sup
(
y1,

∣∣∣∣y1 −
1

n+ 1

∣∣∣∣ , . . . ,
∣∣∣∣yi −

i− 1

n+ 1

∣∣∣∣ ,
∣∣∣∣yi −

i

n+ 1

∣∣∣∣ ,
∣∣∣∣yi+1 −

i+ 1

n+ 1

∣∣∣∣ ,
∣∣∣∣yi+1 −

i+ 2

n+ 1

∣∣∣∣ , . . . ,
∣∣∣∣yn −

n

n+ 1

∣∣∣∣ , 1− yn
)

pour i = 1, . . . , n− 1 ;

Rn,n+1 = sup

(
y1,

∣∣∣∣y1 −
1

n+ 1

∣∣∣∣ , . . . ,
∣∣∣∣yi −

i− 1

n+ 1

∣∣∣∣ ,
∣∣∣∣yi −

i

n+ 1

∣∣∣∣ , . . . ,
∣∣∣∣yn −

n− 1

n+ 1

∣∣∣∣ ,
∣∣∣∣yn −

n

n+ 1

∣∣∣∣
)
.

Preuve Voir l’annexe G. �

Sur la figure 4.1 nous avons tracé, pour un échantillon {y1, . . . , yn} donné représenté par
des cercles pleins, la fonction de répartition de la loi uniforme sur [0, 1] en trait discontinu, la
fonction de répartition empirique de l’échantillon en trait continu, et la fonction discrépance L∞

en trait continu fort. On souhaite ajouter l’argument minimum y∗ de la fonction discrépance L∞,
de façon à ce que la distribution des n+ 1 points {y1, . . . , yn, y∗} soit la plus proche possible de
la loi uniforme. Comme on peut le constater sur la figure 4.1, les minima forment un palier, ce
qui pose un problème de détermination de l’argument minimum. De plus, les points d’abcisse
0.17, 0.26, 0.28, 0.52, déjà présents dans l’échantillon, minimisent la fonction Dn

∞(·) : on aura donc
tendance à ajouter des points aux mêmes endroits, ce qui n’est pas bon en terme de diversité.
Cela confirme la remarque sur le manque de sensibilité de la discrépance L∞ donnée dans [49]
page 70.

Remarque 4.1.2 Nous avons aussi considéré la distance de Lévy [203] entre deux fonctions de
répartition F et G sur R, définie par

L(F,G) = inf {ε > 0|F (x− ε)− ε ≤ G(x) ≤ F (x+ ε) + ε ∀x ∈ R} ,
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Figure 4.1 – Fonctions de répartition uniforme (en trait discontinu) et empirique (en trait
continu fin), et fonction Dn

∞ (en trait continu fort). Les cercles pleins désignent les points du
plan courant.

et plus précisément la quantité L(Y n) = L(Fn, FU ) qui mesure la distance de Lévy entre la
fonction de répartition empirique et la fonction de répartition de la loi uniforme sur [0, 1]. On a

L(Y n) = inf {ε > 0|FU (x− ε)− ε ≤ Fn(x) ≤ FU (x+ ε) + ε ∀x ∈ R}
= inf {ε > 0|x− 2ε ≤ Fn(x) ≤ x+ 2ε ∀x ∈ [0, 1]}
= inf {ε > 0, |Fn(x)− x| ≤ 2ε ∀x ∈ [0, 1]}
=

1

2
D∞(Y n),

et on retrouve donc, à un facteur multiplicatif près, la quantité D∞(Y n).
La distance de Wasserstein [37, 138] entre deux mesures de probabilité µ et ν définies sur un

même espace probabilisé, ou plus précisément sa version L2

W (µ, ν) = inf
X∼µ,Y∼ν

√
E(X − Y )2 = inf

X∼µ,Y∼ν

√
EX2 + EY 2 − 2EXY ,

fait aussi intervenir leurs fonctions de répartition et peut être envisagée dans ce paragraphe. On
peut montrer (voir l’annexe H) que si µ ∼ U([0, 1]) et νn(y) ∼ 1/(n + 1)(

∑n
i=1 δyi + δy), alors

Wn(y) =W (µ, νn(y)) =

√√√√1

3
+

1

n+ 1

n+1∑

i=1

y2i −
1

(n+ 1)2

n+1∑

i=1

(2i − 1)y(i) ,
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où yn+1 = y. Le critère Wn(y), que l’on cherche à minimiser, est tracé sur la figure 4.2
pour le même ensemble d’observations que précédemment. On remarque que ce critère est bien
discriminant (le minimum est unique), mais peu intuitif. De plus, les calculs seront très délicats
dans le cas de deux sorties. Nous ne retenons donc pas ce critère pour la suite de notre étude.
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Figure 4.2 – Critère de distance de Wasserstein. Les cercles pleins désignent les points du plan
courant.

Étudions maintenant les fonctions de discrépance L1 et L2.

Proposition 4.1.3 La fonction Dn
1 (·) est continue et polynomiale de degré 2 par morceaux. En

réarrangant {y1, . . . , yn, yn+1 = y} dans l’ordre croissant y(1) ≤ y(2) ≤ · · · ≤ y(n+1), D
n
1 (·) a pour

expression analytique

Dn
1 (y) =

1

2

n+1∑

i=1

[
(−1)1] i

n+1 ,∞[
(y(i))

(
y(i) −

i

n+ 1

)2

− (−1)
1
] i−1
n+1 ,∞[

(y(i))
(
y(i) −

i− 1

n+ 1

)2
]
.

Preuve Voir l’annexe G. �

Proposition 4.1.4 La fonction Dn
2 (·) est continue. En réarrangant {y1, . . . , yn, yn+1 = y} dans

l’ordre croissant y(1) ≤ y(2) ≤ · · · ≤ y(n+1), D
n
2 (·) a pour expression analytique

Dn
2 (y) =

√√√√1

3

n+1∑

i=1

[(
y(i) −

i− 1

n+ 1

)3

−
(
y(i) −

i

n+ 1

)3
]
. (4.2)

Preuve Voir l’annexe G. �
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Remarque 4.1.5 On peut vérifier que la formule (4.2), valable pour q = 1, coïncide avec la
formule (3.5) de [49] pour Rq,

D2(Y
n) =

√√√√ 1

3q
− 1

2q−1n

n∑

k=1

q∏

l=1

(1− y2kl) +
1

n2

n∑

k=1

n∑

j=1

q∏

i=1

[1−max(yki, yji)],

avec yi = (yi1, . . . , yiq) pour i = 1, . . . , n.

Nous avons évoqué en 3.1.2 des modifications ayant été apportées à la discrépance L2 pour en
améliorer les caractéristiques (le cadre L2 permettant des calculs simples). Dans le cas de la
dimension 1, les discrépances modifiée et centrée étant équivalentes à la discrépance L2, il reste
la discrépance wrap-around.

Proposition 4.1.6 La fonction de discrépance wrap-around Dn
wa(·) s’écrit, en notant y = yn+1,

Dn
wa(y) =

4

3
+

1

(n+ 1)2

n+1∑

i,j=1

[
3

2
− |yi − yj| (1− |yi − yj|)

]
.

Preuve Voir la formule (3.8) de [49], qui donne le résultat pour q quelconque. �
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Figure 4.3 – Discrépance L1 (en trait discontinu) et L2 (en trait continu fin), et discrépance
wrap-around (en trait continu fort). Les cercles pleins désignent les points du plan courant.
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Observons la figure 4.3 où sont représentées les fonctions de discrépance L1, L2 et wrap-
around. On remarque que les allures des fonctions Dn

1 (·) et Dn
2 (·) sont similaires, le minimum

est situé proche de 0. L’allure de la fonction Dn
wa(·) est en revanche complètement différente, le

minimum est situé proche de 0.44. Dans tous les cas, le critère est peu intuitif, ce qui confirme
les remarques de [49] sur l’utilisation des fonctions de discrépance dans la construction de plans
uniformes.

Nous ne retenons pas les fonctions de discrépance pour la suite de l’étude, en raison du
caractère peu intuitif du critère d’ajout de point.

4.1.2 Étude d’une fonction de type maximin

Nous avons testé une fonction simple, inspiré du critère maximin utilisé pour construire des
plans d’expériences (§ 3.1.3.1), dont l’idée intuitive est que le nouveau point yn+1 doit être le plus
éloigné possible des points déjà présents {y1, . . . , yn}. L’échantillon Y n = {y1, . . . , yn} ∈ [0, 1]
étant donné, on considère, pour y ∈ [0, 1], la fonction de diversité

dnMm(y) = min
i=1...n

|y − yi|.

Remarque 4.1.7 On pourrait considérer également la fonction (dnMm(y))
l, pour un certain l.

Proposition 4.1.8 La fonction dnMm(·) est continue, et affine par morceaux de pentes −1 et 1.
Son expression analytique s’obtient immédiatement (en supposant y1 ≤ y2 ≤ · · · ≤ yn),

dnMm(y) =





−y + y1, si y ≤ y1 ;
y − yi, si yi ≤ y ≤ yi+yi+1

2 ;

−y + yi+1, si yi+yi+1

2 ≤ y ≤ yi+1 ;

y − yn, si y ≥ yn.
Preuve Triviale. �

Sur la figure 4.4, où nous avons tracé la fonction de type maximin dnMm(·) pour un échantillon
{y1, . . . , yn} donné (représenté par les cercles pleins), nous pouvons constater que les maxima
locaux de la fonction de diversité sont situés au milieu de deux points de l’échantillon, et au bord
si aucun point de l’échantillon n’y est situé. Cette fonction de diversité invite donc à ajouter un
point soit au milieu des deux points de l’échantillon les plus éloignés, soit au bord du domaine
si aucun point de l’échantillon n’en est assez près.

Prise en compte de l’incertitude. Le critère de choix du nouveau point x est la moyenne de
la fonction dnMm(·) relativement à la densité de la loi de la sortie Yn(x) donnée par le krigeage,
que l’on cherche à maximiser, c’est-à-dire que la prochaine mesure se fera en

x∗ = argmax
x∈X

EdnMm(Yn(x)).

L’espérance ci-dessus se calcule analytiquement lorsque la loi de la v.a. Yn(x) est normale de
moyenne µn(x) et variance σ2n(x). Elle s’obtient directement à partir de l’expression

EdnMm(Yn(x)) =
1

σn(x)
√
2π

∫ ∞

−∞
dnMm(y) exp

{
−(y − µn(x))2

2σn(x)2

}
dy, (4.3)

en utilisant les formules donnés dans l’annexe F (la fonction dnMm est un polynôme de degré 1).
En pratique, µn(x) et σ2n(x) sont respectivement la prédiction et la variance de krigeage au point
x.
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Figure 4.4 – Fonction de type maximin. Les cercles pleins désignent les points du plan courant.

Remarque 4.1.9 En prenant l = 2 dans la remarque 4.1.7, on retrouve la fonction de distorsion
utilisée pour la quantification de la loi normale [124]. Il pourrait être fructueux de s’intéresser
aux méthodes d’optimisation de la fonction de distorsion afin d’essayer de les appliquer à notre
problème.

La fonction de diversité maximin, malgré son caractère « local » (sa valeur en un point
est déterminée par seulement 1 ou 2 points de l’échantillon {y1, . . . , yn}), semble tout-à-fait
satisfaisante dans le cadre de notre étude.

4.1.3 Étude d’une fonction de type minimax

Reprenons les hypothèses et notations du paragraphe précédent. À partir de l’échantillon de
points Y n = {y1, . . . , yn}, 0 ≤ y1 ≤ y2 ≤ · · · ≤ yn ≤ 1, on cherche à ajouter un point yn+1 ∈ [0, 1]
de façon à maximiser la diversité de l’ensemble à n + 1 points {y1, . . . , yn, yn+1}. Une fonction
inspirée directement du critère minimax (§ 3.1.3.2) serait

dn,0mM(y) = max
t∈[0,1]

min
z∈Y n∪{y}

|t− z|.

Comme on le voit sur la figure 4.5, la fonction n’est pas très intuitive ; de plus, les minima
forment un palier, ce qui rend l’optimisation délicate. Considérons alors une version modifiée de
la fonction précédente,
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Figure 4.5 – Fonction diversité de type minimax simple. Les cercles pleins désignent les points
du plan courant.

dnmM(y) =

∫ 1

0
min

z∈Y n∪{y}
|t− z|dt,

que l’on cherche à minimiser de façon à ce que la moyenne des distances entre l’ensemble
[0, 1] \ {y1, . . . , yn, y} et l’ensemble {y1, . . . , yn, y} soit la plus petite possible.

Proposition 4.1.10 La fonction dnmM(·) est un polynôme de degré 2 par morceaux, continu. Son
expression analytique s’obtient à partir des formules suivantes,

∫ y1

0
min

z∈Y n∪{y}
|t− z|dt =

{
3
4y

2 − y1
2 y +

y12

4 , si y ∈ [0, y1] ;
y12

2 , sinon.
∫ yi+1

yi

min
z∈Y n∪{y}

|t− z|dt =

{
1
2y

2 − yi+yi+1

2 y + yi
2+yi+1

2

4 , si y ∈ [yi, yi+1] ;
(yi+1−yi)2

4 , sinon.
∫ 1

yn

min
z∈Y n∪{y}

|t− z|dt =

{
3
4y

2 − yn+2
2 y + yn2+2

4 , si y ∈ [yn, 1] ;
(1−yn)2

2 , sinon.

Preuve Immédiate. �

Voyons la figure 4.6, où nous avons représenté le critère de type minimax pour le même échantillon
que précédemment représenté en cercles pleins. L’allure générale de cette fonction est (au signe
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près) la même que la fonction de type maximin du § 4.1.2, sauf au bord du domaine, auquel il
est donné ici moins d’importance que dans le cas de l’autre critère (comparer la figure 4.4 et la
figure 4.6). Le nouveau point yn+1 choisi par le critère de diversité minimax est ici proche de 0.1,
alors que c’était le point 0 pour le critère de type maximin.
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Figure 4.6 – Fonction diversité de type minimax. Les cercles pleins désignent les points du plan
courant.

L’expression analytique de l’espérance EdnmM(Yn(x)) se calcule très facilement quand Yn(x) ∼
N (µn(x), σ

2
n(x)), en utilisant les formules données dans l’annexe F.

La fonction minimax est légèrement plus compliquée que la fonction maximin. De plus, elle
donne moins d’importance aux points du bord. Or nous sommes très intéressés par la position
(inconnue) des bords du domaine atteignable par les réponses. Nous ne retenons donc pas le
critère de type minimax pour la suite.

Nous passons maintenant à l’étude de fonctions de diversité utilisant l’entropie.

4.1.4 Fonctions utilisant l’entropie de Shannon

Le concept d’entropie a été introduit à l’origine en thermodynamique par Clausius (1865) et
Boltzmann (1870). Il s’agit d’une grandeur mesurant le désordre d’un système. Un système isolé
tend vers un état d’équilibre, et son entropie augmente au fur et à mesure. Quand le système
atteint l’état d’équilibre, l’entropie est maximale et le système est complètement désordonné,
c’est-à-dire qu’il est dans un des états qu’il peut atteindre avec équiprobabilité : l’expérimentateur
est donc dans la plus grande incertitude sur l’état final du système. L’entropie de Clausius-
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Boltzmann est extensive (ou additive) : si deux systèmes A et B sont indépendants, alors
ent(A ∪B) = ent(A) + ent(B) ; dans le cas général, ent(A ∪B) ≤ ent(A) + ent(B).

En théorie de l’information, l’entropie a été introduite par Shannon en 1948 [153].
Intuitivement, l’entropie de Shannon mesure la quantité d’incertitude liée à un évènement
aléatoire : un évènement dont la loi est uniforme présente la plus grande incertitude, son entropie
est donc maximale. À l’inverse, si la masse de la densité de probabilité est très concentrée,
l’incertitude est très petite et l’entropie est minimale. Nous allons appliquer cette mesure de la
quantité de hasard à notre problème de façon séquentielle : nous voulons ajouter un point yn+1

à un ensemble existant Y n = {y1, . . . , yn}, de sorte que l’ensemble obtenu à n+ 1 points soit de
répartition la plus uniforme possible.

Définition 4.1.11 Soit φ(·) une densité de probabilité. On appelle entropie de Shannon de φ,
notée H(φ), la quantité

H(φ) = −
∫
φ log φ.

Par analogie, l’entropie d’une variable aléatoire X dont la loi a pour densité φ(·) est H(X) =
H(φ). L’entropie de Shannon est extensive : si X et Y sont deux v.a. indépendantes, alors
H(X,Y ) = H(X) +H(Y ).

Proposition 4.1.12 Si φ(·) est à support compact K, le maximum de la fonctionnelle d’entropie
H(·) est obtenu pour la loi uniforme sur K.

L’idée reposant sur cette propriété est de placer le nouveau point yn+1 de façon à maximiser
l’entropie de la loi ayant généré l’échantillon {y1, . . . , yn, yn+1}. La solution proposée est
d’utiliser un estimateur de la densité de cette loi. Notons que cette façon de procéder est
en contradiction avec les hypothèses du krigeage, où l’on suppose que le vecteur aléatoire
(Y (x1), . . . , Y (xn), Y (xn+1)) suit une loi normale multivariée (l’ensemble {y1, . . . , yn, yn+1} n’est
donc pas un échantillon i.i.d.), mais elle permet de construire un critère de diversité cohérent.

Il existe de nombreuses méthodes permettant d’estimer l’entropie d’une loi de probabilité à
partir d’un échantillon, voir [19, 64] (et aussi [95], si l’entropie fait intervenir le carré de la densité).
Nous en avons testé deux : une méthode par substitution avec estimation de la densité par une
méthode à noyaux [48, 155, 184] et la méthode des plus proches voisins [90, 97]. Enfin, nous
avons utilisé une méthode de calcul de divergence proposée par M. Broniatowski [23] pouvant
servir à maximiser l’entropie.

4.1.4.1 Estimateurs à noyaux

Commençons par présenter la méthode d’estimation d’une densité par des noyaux, qui sera
utilisée aussi pour les autres fonctions d’entropie. Supposons que l’on dispose d’un échantillon
aléatoire Y1, . . . , Yn, issu d’une densité φ(·), continue et monodimensionnelle.

Définition 4.1.13 L’estimateur à noyaux de la densité φ(·) s’écrit

φ̂n(y, h) =
1

nh

n∑

i=1

k

(
y − Yi
h

)
.

La fonction k(·), appelée noyau (kernel), vérifie
∫
R
k(x)dx = 1, et h est un nombre positif, appelé

pas ou largeur de fenêtre (bandwidth).
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Un exemple de noyau d’utilisation commune est le noyau gaussien

k(x) =
1√
2π

e−
x2

2 , (4.4)

la densité de la loi normale N (0, 1) (les noyaux utilisés en pratique sont généralement des densités
de probabilité unimodales et symétriques autour de 0). Les centres des noyaux sont donc situés
aux Yi, qui ont chacun une influence sur leur voisinage, puis la contribution de chaque Yi est
sommée pour obtenir l’estimation globale.

Remarque 4.1.14 Le domaine atteignable en sortie Y étant borné, le choix du noyau gaussien,
qui n’est pas à support compact, peut sembler surprenant. Cependant, lorsque le pas est
relativement petit, la densité gaussienne tend rapidement vers 0 quand on s’éloigne des points de
l’échantillon. De plus, les calculs d’entropie sont facilités, comme nous le verrons dans la suite.

La forme du noyau n’est pas tellement importante (du moment qu’il vérifie certaines conditions
de régularité), c’est surtout le choix du pas qui est déterminant : un pas trop petit donnera une
estimation peu biaisée, mais avec une grande variance (i.e. une estimation assez fidèle, mais très
bruitée), alors qu’une grande valeur de pas donnera une estimation trop lisse qui ne tiendra pas
suffisamment compte de la forme de la fonction que l’on cherche à estimer (une petite variance,
mais un grand biais). Afin d’établir un compromis biais-variance, on considère le critère erreur
quadratique intégrale moyenne (Mean Integrated Squared Error, MISE),

MISE
{
φ̂(·, h)

}
= E

∫ {
φ̂(x, h)− φ(x)

}2
dx.

Sous des hypothèses raisonnables, on peut obtenir une expression asymptotique de l’MISE.

Proposition 4.1.15 [184] Supposons que :
– la densité φ(·) est telle que sa dérivée seconde φ′′ est continue, de carré intégrable, et

monotone à l’infini (i.e. monotone sur ]−∞,−M [∪]M,∞[, pour un certain M > 0) ;
– la largeur de fenêtre dépend de n, et la suite des pas notée hn est une suite de nombres non

aléatoire. De plus, limn→∞ hn = 0 et limn→∞ nhn =∞ ;
– le noyau k(·) est une densité de probabilité symétrique par rapport à l’origine, et ayant un

moment d’ordre 4 fini.
Alors,

MISE
{
φ̂(·, hn)

}
=

1

nhn
R(k) +

1

4
h4nµ2(k)R(φ

′′) + o

(
1

nhn
+ h4n

)
,

avec R(g) =
∫
g(x)2dx pour toute fonction g de carré intégrable, et µ2(k) =

∫
x2k(x)dx.

Définition 4.1.16 La quantité

AMISE
{
φ̂(·, h)

}
=

1

nh
R(k) +

1

4
h4µ2(k)R(φ

′′) (4.5)

est appelée MISE asymptotique (Asymptotic MISE).

Le pas optimal, relativement au critère AMISE, est obtenu en minimisant (4.5). En cherchant
les zéros de la dérivée, on obtient

hAMISE =

[
R(k)

µ2(k)
2R(φ′′)n

] 1
5

.
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La valeur correspondante de l’AMISE est

inf
h>0

AMISE
{
φ̂(·, h)

}
=

5

4n
4
5

{
µ2(k)

2R(k)4R(φ′′)
} 1

5
.

On peut donc écrire

hMISE ∼
[

R(k)

µ2(k)
2R(φ′′)n

] 1
5

et

inf
h>0

MISE
{
φ̂(·, h)

}
∼ 5

4n
4
5

{
µ2(k)

2R(k)4R(φ′′)
} 1

5
,

ce qui donne une vitesse de convergence de l’ordre de n−
4
5 pour les estimateurs à noyaux. En

pratique R(φ′′) est inconnu, mais il existe des méthodes permettant d’obtenir h à partir d’une
estimation de R(φ′′). Ne disposant que de petits échantillons, nous nous contentons de donner
deux méthodes simples, utilisant un pas constant (constant bandwidth).

– La règle de mise à l’échelle normale (Normal Scale Rule) [184]. Dans le cas où φ(·) est la
densité d’une loi normale de variance σ2, on peut montrer que

hAMISE = σ

[
8π

1
2R(k)

3µ2(k)
2n

] 1
5

.

On peut donc prendre h de la forme

ĥNS = σ̂

[
8π

1
2R(k)

3µ2(k)
2n

] 1
5

,

où σ̂ est une estimation de σ. L’utilisation de la loi gaussienne (alors que la loi est inconnue)
permet d’obtenir un ordre de grandeur du pas.

– Le principe de lissage maximal (Maximal Smoothing Principle) [184]. Cette méthode se
base sur une majoration de hAMISE. En effet, pour toute densité ayant un écart-type σ,

hAMISE ≤ σ
[

243R(k)

35µ2(k)
2n

] 1
5

.

Une façon de choisir h qui surestime la régularité de la densité est donc donnée par

ĥOS = σ̂

[
243R(k)

35µ2(k)
2n

] 1
5

.

Le pas ĥOS est trop grand pour une estimation optimale de la densité, mais permet une
détermination empirique de la bonne valeur du pas : on trace tout d’abord l’estimation
de la densité obtenue pour ĥOS, puis successivement celles obtenues pour des fractions de
ĥOS , afin de se faire une idée des caractéristiques de la densité, comme, par exemple, le
nombre de modes.
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Il existe une très vaste littérature sur les méthodes permettant d’estimer le pas h voir par exemple
[41, 48, 155, 184]. Nous avons testé la règle de mise à l’échelle normale. Si le noyau k(·) est gaussien
(4.4), on montre facilement que R(k) = 1/(2

√
π) et µ2(k) = 1, donc

ĥNS = σ̂

(
4

3n

)1
5

, (4.6)

avec σ̂ une estimation du paramètre σ.
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Figure 4.7 – Estimation de la densité par des noyaux, pour trois valeurs du pas h. Les cercles
pleins désignent les points du plan courant.

La figure 4.7 présente l’estimation par noyau gaussien de la densité de la loi ayant généré les
yi (représentés en cercles pleins), pour trois valeurs du pas h. Une petite valeur du pas h = 0.01
donne une densité dont les pics sont situés aux yi. Une grande valeur du pas h = ĥNS ≈ 0.21 (σ
étant estimé par l’écart-type empirique des yi) donne une densité très plate. Nous avons testé
une valeur intermédiaire définie de façon empirique à partir des espacements [39],

hemp = max
i=1,...,n−1

y(i+1) − y(i)
6

, (4.7)

où les y(i) sont rangés selon les valeurs croissantes des yi. L’idée est qu’en choisissant h de cette
façon, la densité tombe proche de 0 entre les deux points y(i) les plus éloignés, à environ 3
écarts-types du mode (ici hemp = 0.04).
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Une fois la densité estimée, on cherche à placer le nouveau point yn+1 de façon à maximiser
l’estimation de l’entropie

Ĥn(yn+1) = −
∫

R

φ̂n+1(t) log φ̂n+1(t)dt, (4.8)

où l’estimation φ̂n+1(·) est construite avec l’échantillon {y1, . . . , yn, yn+1}.
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Figure 4.8 – Estimation de l’entropie de Shannon par des noyaux, selon la largeur du pas. Les
cercles pleins désignent les points du plan courant.

Comparons les estimations des valeurs d’entropie obtenues en prenant les mêmes pas h que
sur la figure 4.7, en faisant varier le nouveau point y = yn+1. Dans tous les cas, le maximum
est atteint au nouveau point y = 0, ce qui est raisonnable car le yi le plus proche est éloigné :
on observe le même résultat que sur la figure 4.4 pour la fonction de type maximin. Une valeur
de pas h trop petite pourra avoir tendance à résulter en un critère de diversité plat quant on
s’éloigne des yi (courbe en pointillés), de plus certaines valeurs de φ̂n+1 proches de 0 poseront
problème dans l’évaluation du logarithme (ceci étant dû au fait que la gaussienne tend très vite
vers 0 quand on s’éloigne de la moyenne). La grande valeur de pas ĥNS ≈ 0.21, donnée par la
règle de mise à l’échelle normale, donne un critère peu intuitif (courbe en trait fort). La valeur
empirique intermédiaire h = 0.04, calculée avec la formule (4.7), semble donner le critère le plus
réaliste, où les maxima locaux sont situés au milieu des yi les plus éloignés, et le critère indique
qu’il n’est pas intéressant de placer le nouveau point yn+1 aux endroits de forte présence des yi.

Cette méthode requiert l’évaluation numérique des intégrales du type (4.8), afin de calculer
l’estimation « plug-in » de l’entropie pour toutes les valeurs y que l’on veut tester, ce qui peut
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s’avérer contraignant en temps de calcul.
Le critère de sélection du nouveau point x est donc la moyenne de (4.8) par rapport à la densité

de la loi de la sortie Yn(x), EĤn(Yn(x)), qui doit être évaluée numériquement, en simulant des
réalisations z1, . . . , zl de la v.a. Yn(x) et prenant la moyenne

ÊĤn(Yn(x)) =
1

l

l∑

i=1

Ĥn(zi).

La valeur sélectionnée pour la prochaine mesure est finalement

x∗ = argmax
x∈X

ÊĤn(Yn(x)).

Nous retenons la méthode d’estimation de l’entropie par des noyaux, mais nous allons
l’appliquer (au paragraphe 4.1.6) à une fonction d’entropie permettant d’obtenir une formule
analytique, car pour l’entropie de Shannon l’évaluation de la fonction diversité Hn(Yn(x)), puis
de sa moyenne, sont coûteuses en temps de calcul.

4.1.4.2 Estimation de l’entropie par plus proches voisins

Cette méthode consiste à estimer l’entropie H(φn+1) où φn+1(·) est la densité construite à
partir de l’échantillon {y1, . . . , yn, yn+1} par l’expression [90, 97]

Ĥn(y) =
1

n+ 1

n+1∑

i=1

log ζn+1,i,k, (4.9)

où
– ζn+1,i,k = ne−ψ(k)Vq

[
ρ
(i)
k,n

]q
;

– q est la dimension de l’espace des sorties (ici q = 1) ;
– Vq est le volume de la boule unité dans l’espace des sorties (V1 = 2) ;

– ρ
(i)
k,n est la distance de yi à son ke plus proche voisin ;

– ψ(x) =
Γ′(x)

Γ(x)
, où Γ(·) est la fonction gamma d’Euler Γ(x) =

∫∞
0 txe−tdt.

Proposition 4.1.17 [97] Si la densité φ est bornée, et si Il =
∫
φl(x)dx existe pour un certain

l < 1, alors l’entropie H(φ) existe, EĤn −→
n→∞

H et Ĥn
L2

−→
n→∞

H.

Remarque 4.1.18
– Pour n fixé, lorsque y = yn+1 varie, l’estimateur de l’entropie est de la forme a +

b
∑

log ρ
(i)
k,n, avec a ≥ 0 et b ≥ 0. Son argument maximum sera le même que celui de

la fonction
∏
ρ
(i)
k,n, ce qui suggère que les points sont bien répartis si ils sont le plus loin

possible de leur ke plus proche voisin (car de cette façon Ĥn sera maximal) ;
– l’intérêt de la méthode des plus proches voisins, par rapport aux estimateurs à noyaux, est

qu’il n’y a pas à faire le choix du pas h. La méthode est aussi utilisable directement en
dimension supérieure à 1.

Observons la figure 4.9, où est représentée l’estimation de l’entropie de Shannon par la méthode
du 1er plus proche voisin en fonction des valeurs de yn+1 = y. On remarque que prendre k = 1 (1er

plus proche voisin) donne des résultats satisfaisants, car le comportement du critère d’entropie
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en fonction de y est similaire à la fonction de type maximin du § 4.1.2 : les maxima locaux sont
situés entre les yi, et le maximum global est en 0. La seule précaution à prendre en pratique est
de ne pas évaluer Ĥn trop près des yi, à cause des termes en log ρ

(i)
1,n dans la formule (4.9) qui

tendent vers −∞.
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Figure 4.9 – Estimation de l’entropie de Shannon par la méthode du 1er plus proche voisin. Les
cercles pleins désignent les points du plan courant.

Nous venons de voir que prendre k = 1 peut poser un problème si on évalue Ĥn en l’un des
yi, à cause du terme log 0. Nous avons donc envisagé la possibilité de prendre k = 2 (2e plus
proche voisin). Sur la figure 4.10, nous constatons que le maximum global est toujours en 0, mais
le critère est moins intuitif que pour k = 1, notamment en raison du maximum local en 0.51 qui
est situé très près d’un yi. Ce phénomène est compréhensible, car exiger qu’un point soit le plus
éloigné possible de son 2e plus proche voisin ne garantit pas qu’il soit éloigné de son 1er plus
proche voisin. Le critère ne convient donc pas.

Pour estimer l’espérance par rapport à la loi de la sortie Yn(x), E Ĥn(Yn(x)), on simule des
réalisations de la variable aléatoire Ĥn(Yn(x)), avec Yn(x) ∼ N (µn(x), σ

2
n(x)) (les paramètres de

la loi normale donnés par le krigeage), puis on prend la moyenne de ces réalisations comme au
paragraphe précédent. Ceci est coûteux en temps de calcul, et donne lieu à une fonction bruitée.

L’estimation de l’entropie par 1er plus proche voisin donne des résultats satisfaisants, mais
est coûteuse en temps de calcul lorsqu’on évalue l’espérance du critère par rapport à la loi de la
v.a. Yn(x), ce qui rend la méthode inutilisable pour notre étude. Nous ne retenons pas non plus
la méthode du 2e plus proche voisin, en raison du caractère peu intuitif du critère.
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Figure 4.10 – Estimation de l’entropie de Shannon par la méthode du 2e plus proche voisin.
Les cercles pleins désignent les points du plan courant.

4.1.4.3 Variation d’entropie et divergence

Rappelons que l’on dispose d’un échantillon Y n = {y1, . . . , yn} issu d’une loi inconnue
de densité ψ, et d’un point candidat yn+1 qui est en fait une variable aléatoire Yn(x) ∼
N (µn(x), σ

2
n(x)) dont la densité est notée φn,x. Faisons l’hypothèse que l’échantillon (Y n, yn+1)

est issu de la loi de mélange de densité

(1− α)ψ + αφn,x, (4.10)

avec α = 1/(n + 1). On cherchera à maximiser l’entropie de cette loi de mélange. Soit la fonction

h(α) = H[(1− α)ψ + αφn,x],

avec H(φ) = −
∫
φ log φ l’entropie de Shannon. On a :

dh(α)

dα
= −

∫
(φn,x − ψ) log [(1− α)ψ + αφn,x] ;

d2h(α)

dα2
= −

∫
(φn,x − ψ)2

(1− α)ψ + αφn,x
< 0 (donc h(·) est concave) ;

dh(α)

dα

∣∣∣
0

= −
∫

(φn,x − ψ) logψ.
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L’idée est de maximiser le terme −
∫
(φn,x − ψ) logψ, car α étant petit, une grande valeur de

dh(α)/dα
∣∣
0

devrait donner une grande valeur de h(α) (par un développement limité à l’ordre 1).
On peut alors faire intervenir la divergence des lois φn,x et ψ, K(φn,x, ψ) (définition 2.3.5). La
dérivée de h(·) en 0 se réécrit

dh(α)

dα

∣∣∣
0
= K(φn,x, ψ) +H(φn,x)−H(ψ),

que l’on cherche à maximiser par rapport à x. L’entropie d’une loi gaussienne est connue et vaut
[161]

H(φn,x) =
1

2
+

1

2
log (2π) + log σn(x).

L’entropie H(ψ) intervient comme une constante dans la fonction que l’on souhaite maximiser
par rapport à x. Afin d’estimer K(φn,x, ψ), on utilise une méthode proposée par M. Broniatowski
[23] (un calcul direct est impossible, car la densité ψ est inconnue : seule est connue la mesure
empirique Pn liée à l’échantillon {y1, . . . , yn}, et K(φn,x, Pn) =∞ ∀x). M. Broniatowski propose
une méthode pour estimer K(φn,x, ψ) à partir de la mesure empirique, que nous présentons
maintenant. Soit

Ωx =
{
Q mesure de probabilité,EQ = µn(x), varQ = σ2n(x)

}
.

On sait calculer
Q∗ = arginf

Q∈Ωx

K(Q,Pn).

En effet, Q∗ est une mesure discrète de même support que Pn, c’est-à-dire que ses poids sont
concentrés en y1, . . . , yn. Pour i = 1, . . . , n, les poids de la mesure Q∗ sont donnés par

q∗i = Q∗(yi) = pi exp
{
a0 + a1(yi − µn(x)) + a2

[
(yi − µn(x))2 − σ2n(x)

]}
,

où pi = 1/n, i = 1, . . . , n, sont les poids de la mesure empirique Pn. Les coefficients a0, a1 et a2
sont obtenus à partir des contraintes suivantes, conséquences de la définition de Ωx.

–
n∑

i=1

q∗i = 1 ;

–
n∑

i=1

q∗i (yi − µn(x)) = 0 ;

–
n∑

i=1

q∗i (yi − µn(x))2 = σ2n(x).

Finalement, K(Q∗, Pn) =
∑

i q
∗
i log (q

∗
i /pi) estime K(φn,x, ψ). Le problème de cette méthode est

que le système d’équations ci-dessus n’a pas toujours de solution (imaginer le cas où la moyenne
prédite µn(x) serait plus petite que tous les yi). Pour les cas que nous avons testés, le système
avait en fait très peu souvent de solution. La fonction à maximiser n’était alors pratiquement
définie nulle part.

Remarque 4.1.19 Il est possible d’utiliser la divergence du χ2 [85] à la place de la divergence
de Kullback-Leibler. On obtient alors un système d’équations linéaires pour a0, a1, a2. Cependant
dans de nombreux cas testés, les poids q∗i obtenus étaient négatifs.

Ces méthodes d’estimation de la divergence semblent donc inutilisables pour notre problème.
Les méthodes utilisant l’entropie de Shannon, estimée par des noyaux ou par la méthode

du premier plus proche voisin, donnent des résultats satisfaisants, excepté en ce qui concerne le
temps de calcul. C’est pourquoi nous décidons de tester d’autres fonctions d’entropie.
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4.1.5 Entropie de Rényi

Les résultats obtenus par l’entropie de Shannon ne s’étant pas révélés tout-à-fait satisfaisants
pour notre problème, en raison du coût de calcul élevé, nous avons testé une autre fonction
d’entropie, appelée entropie de Rényi.

Définition 4.1.20 [97] Soit φ(·) une densité de probabilité. On appelle entropie de Rényi d’ordre
l (l 6= 1) de φ, et on note H∗

l (φ), la quantité

H∗
l (φ) =

1

1− l log
∫
φl

=
1

1− l log ‖φ‖
l
l.

Proposition 4.1.21 [97] Lorsque l → 1, l’entropie de Rényi H∗
l (φ) tend vers l’entropie de

Shannon H1(φ) = −
∫
φ log φ.

Nous nous sommes en particulier intéressés à l’entropie de Rényi d’ordre 2,

H∗
2 (φ) = − log

∫
φ2

= − log ‖φ‖22,

qui permet de simplifier les calculs lorsque φn,yn+1(·) est estimée par des noyaux gaussiens, suivant

φn,yn+1(y) =
1

n+ 1

n+1∑

i=1

1

h
√
2π

exp

{
−(y − yi)2

2h2

}
. (4.11)

Proposition 4.1.22 Si φn,yn+1(·) est la densité (4.11), alors

∥∥φn,yn+1

∥∥2
2
=

1√
2π
√
2h2(n+ 1)2

n+1∑

i,j=1

exp

{
−(yi − yj)2

4h2

}
.

Preuve Donnée dans le cas général multidimensionnel, voir la proposition 4.2.2 page 118. �

On cherchera yn+1 minimisant cette quantité, de façon à maximiser l’entropie de Rényi. On
remarque que par rapport à l’entropie de Shannon, l’entropie de Rényi d’ordre 2 a une expression
analytique (mais nous verrons que sa moyenne par rapport à la loi de la sortie Yn(x) ne s’écrit
pas sous forme analytique).

Comparons la figure 4.11, où est tracée l’entropie de Rényi de la densité de l’échantillon
{y1, . . . , yn, y} (les yi sont les cercles pleins), pour différentes valeurs du pas h, avec la figure 4.8
où est tracée l’entropie de Shannon estimée par des noyaux. Les résultats sont très similaires,
mais les calculs sont ici beaucoup plus faciles. Nous remarquons également l’influence du pas h,
et les conclusions sont identiques à celles données pour l’entropie de Shannon estimée par des
noyaux.

La fonction de x construite en prenant l’espérance de la v.a. H∗
2 (φn,Yn(x)), ne s’exprime pas

sous forme analytique en raison de la présence du logarithme. L’inégalité de Jensen [60] indique
cependant que

E

(
− log

∥∥φn,Yn(x)
∥∥2
2

)
≥ − logE

∥∥φn,Yn(x)
∥∥2
2
. (4.12)
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Figure 4.11 – Entropie de Rényi d’ordre 2. Les cercles pleins désignent les points du plan
courant.

Minimiser E
∥∥φn,Yn(x)

∥∥2
2

(qui, comme ce sera démontré, a une forme analytique quand Yn(x) suit
une loi normale) devrait donc rendre grand le terme EH∗

2 (φn,Yn(x)). Mais cela revient à utiliser
l’entropie de Tsallis d’ordre 2, considérée au paragraphe suivant.

Nous ne retenons donc pas le critère d’entropie de Rényi, car la fonction de x obtenue n’a
pas d’expression analytique.

4.1.6 Entropie de Tsallis

Le critère d’entropie de Rényi ne s’est pas révélé satisfaisant pour notre problème, car tout
comme le critère de Shannon il est coûteux en temps de calcul. Cependant, la formule (4.12) donne
un argument pour utiliser une autre fonction d’entropie, appelée entropie de Havrda-Charvát ou
entropie de Tsallis [71, 97, 171].

Définition 4.1.23 Soit φ(·) une densité de probabilité. On appelle entropie de Tsallis d’ordre l
(l 6= 1) de la densité φ, et on note Hl(φ), la quantité

Hl(φ) =
1

l − 1

(
1−

∫
φl
)

=
1

l − 1

(
1− ‖φ‖ll

)
.
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Contrairement à l’entropie de Shannon et de Rényi, l’entropie de Tsallis n’est pas additive :
pour deux v.a. indépendantes X et Y , Hl(X,Y ) = Hl(X) + Hl(Y ) + (1 − l)Hl(X)Hl(Y ). Le
coefficient l mesure l’écart à l’additivité. Pour l’ensemble des densités φ(·) à support compact K,
le maximum d’entropie de Tsallis est atteint pour la loi uniforme sur K si l > 0. On a le même
résultat de convergence vers l’entropie de Shannon que pour l’entropie de Rényi.

Proposition 4.1.24 [97] Lorsque l → 1, l’entropie de Tsallis Hl(φ) tend vers l’entropie de
Shannon H1(φ) = −

∫
φ log φ.

On s’intéresse en particulier à l’entropie de Tsallis d’ordre 2,

H2(φ) = 1−
∫
φ2

= 1− ‖φ‖22.

Nous faisons les mêmes hypothèses qu’au paragraphe précédent pour modéliser la densité
φn,yn+1(·). La proposition 4.1.22 donne la fonction de yn+1 à minimiser de façon à maximiser
l’entropie de Tsallis d’ordre 2 de la densité correspondant à l’échantillon {Y n, yn+1}.
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Figure 4.12 – Entropie de Tsallis d’ordre 2. Les cercles pleins désignent les points du plan
courant.

L’allure du critère est tracé sur la figure 4.12. Nous constatons que celui-ci est pratiquement
équivalent au critère de Rényi de la figure 4.11.
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Remarque 4.1.25 Quand h n’est pas trop grand, le maximum est situé entre les points ; si h
est trop petit, le critère est plat autour du maximum. Il faut donc trouver une bonne valeur de h.

La fonction de x correspondante
EH2

(
φn,Yn(x)

)

se calcule analytiquement si la loi de Yn(x) est normale.

Proposition 4.1.26 Si φn,Yn(x)(·) est la densité (4.11) et si Yn(x) ∼ N (µn(x), σ
2
n(x)), alors

E
∥∥φn,Yn(x)

∥∥2
2
∝ 1√

σ2n(x) + 2h2

n∑

i=1

exp

{
− (yi − µn(x))2
2(σ2n(x) + 2h2)

}
. (4.13)

Preuve C’est un cas particulier de la proposition 4.2.4 et du corollaire 4.2.5, qui donnent le
résultat dans le cas multidimensionnel. �

Le point x ajouté à chaque itération est donc

x∗ = argmin
x∈X

1√
σ2n(x) + 2h2

n∑

i=1

exp

{
− (yi − µn(x))2
2(σ2n(x) + 2h2)

}
.

Nous retenons le critère d’entropie de Tsallis pour la suite de l’étude.

4.1.7 Conclusion à l’étude de la diversité dans le cas monodimensionnel

De toutes les fonctions étudiées dans le cas monodimensionnel, nous retenons les deux
suivantes :

– la fonction de type maximin (§ 4.1.2), très simple à calculer dans le cas d’une seule sortie,
et qui donne des résultats très satisfaisants ;

– la méthode issue de l’entropie de Tsallis (§ 4.1.6), qui, si elle donne des résultats moins
intuitifs que la fonction précédente, est cependant facile à calculer et très économe en
temps de calcul.

Il faut maintenant tester ces fonctions dans le cas de la dimension 2 (le système réel a 2 sorties,
voir l’introduction). L’entropie de Tsallis s’adapte très bien aux dimensions supérieures, nous
disposerons d’une forme analytique. L’intégrale double de la fonction maximin ne peut cependant
plus être évaluée analytiquement, et nous aurons alors recours à une intégration numérique.

4.2 Diversité en dimension 2 (ou plus)

Passons maintenant à l’étude de la diversité en plus grande dimension. De l’étude préliminaire
en dimension 1, nous avons retenu deux fonctions pouvant servir à évaluer la diversité qui
semblent satisfaisantes pour notre problème : la fonction distance de type maximin (§ 4.1.2)
et la fonction d’entropie de Tsallis (§ 4.1.6). Il s’agit de voir si ces deux critères s’adaptent bien
en dimension supérieure.
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4.2.1 Fonction de type maximin

Supposons que l’on ait observé l’échantillon Y n = {y1, . . . , yn} (yi ∈ Rq), correspondant
aux entrées x1, . . . , xn de dimension quelconque, et que l’on souhaite évaluer la diversité en un
nouveau point x. Le cokrigeage (annexe D) nous donne, au point x, une moyenne mn(x) ∈ Rq

et une matrice de covariance Σn(x) de taille q × q (en pratique, les sorties sont supposées
indépendantes et chaque sortie est modélisée indépendamment : la matrice Σn(x) est donc
diagonale). L’intégrale à évaluer s’écrit ici comme en (4.3)

divnMm(x) =

∫

Rq

min
i
||z − yi||φ(mn(x),Σn(x))(z) dz, (4.14)

avec φ(mn(x),Σn(x))(·) la densité de la loi normale de dimension q, de moyenne mn(x) et variance
Σn(x). Après avoir déterminé les n cellules de Voronoi C1, . . . , Cn pour l’ensemble de points
y1, . . . , yn (voir annexe J), l’intégrale (4.14) se ramène, à un facteur multiplicatif près, à

divnMm(x) ∝
1√

det(Σn(x))

n∑

i=1

∫

Rq∩Ci

‖z − yi‖ exp
{
−
t(z −mn(x))Σ

−1
n (x)(z −mn(x))

2

}
dz.

(4.15)
Cette intégrale ne s’exprime malheureusement pas sous forme analytique. Si l’on veut déterminer

x∗ = argmax
x∈X

divnMm(x),

il faut donc procéder à une évaluation numérique de la fonction de diversité. Nous allons
directement nous placer dans le cas de q = 2 sorties, car il est coûteux en temps de calcul
d’évaluer numériquement des intégrales en grande dimension. Supposons également que les deux
sorties sont indépendantes pour simplifier les choses (c’est de toute façon ce qui sera fait en
pratique) : Σn(x) = diag(σ2n1(x), σ

2
n2(x)). On notera mn(x) = t(mn1(x),mn2(x)) les moyennes

données par le krigeage appliqué séparément à chacune des deux sorties. La formule (4.15) se
réécrit alors

divnMm(x) ∝
1

σn1(x)σn2(x)

n∑

i=1

∫

R2∩Ci

||z − yi|| exp
[
−(z1 −mn1(x))

2

2σ2n1(x)

]
exp

[
−(z2 −mn2(x))

2

2σ2n2(x)

]
dz1dz2.

(4.16)
Afin de pouvoir évaluer numériquement cette intégrale, il faut se placer sur un domaine borné.
Notons donc Kn un compact de R2 construit à partir de y1, . . . , yn. L’intégrale évaluée sur Kn

se ramène à

divnMm(x) ∝
1

σn1(x)σn2(x)

n∑

i=1

∫

Kn∩Ci

||z − yi|| exp
[
−(z1 −mn1(x))

2

2σ2n1(x)

]
exp

[
−(z2 −mn2(x))

2

2σ2n2(x)

]
dz1dz2.

Remarque 4.2.1 En pratique, le compact Kn peut être déterminé de sorte que l’intégrale soit
inférieure à un seuil ε > 0 donné sur R2 \Kn.

Après changement de variable w = t(w1, w2) = ζ
(
t(z1, z2)

)
= t((z1 −mn1(x))/σn1(x), (z2 −mn2(x))/σn2(x)),

on obtient
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divnMm(x) ∝
n∑

i=1

∫

Di

√
σ2n1(x)(w1 − y′i1)2 + σ2n2(x)(w2 − y′i2)2 exp

[
−w

2
1

2

]
exp

[
−w

2
2

2

]
dw1dw2,

où Di = ζ(Kn ∩Ci) et y′i =
t(y′i1, y

′
i2) = ζ(yi). En séparant chaque cellule image Di en domaines

de la forme Duv
i = {auvi w1 + buvi ≤ w2 ≤ cuvi w1 + duvi , u ≤ w1 ≤ v} comme sur la figure 4.13,

l’intégrale sur chacune de ces zones devient

div
n,Duv

i

Mm (x) =

∫ v

u

∫ cuvi w1+duvi

auvi w1+buvi

√
σ2n1(x)(w1 − y′i1)2 + σ2n2(x)(w2 − y′i2)2 exp

[
−w

2
1

2

]
exp

[
−w

2
2

2

]
dw1dw2.

Cette intégrale n’est pas calculable analytiquement, il faut donc se résoudre à utiliser une
intégration numérique. Afin de diminuer l’influence des erreurs numériques issues du calcul des
coefficients auvi , b

uv
i , c

uv
i , d

uv
i (qui peuvent être très grands), nous faisons finalement le changement

de variable t1 = (w1 − u)/(v − u), qui fait apparaître directement les coordonnées des sommets
du domaine Duv

i , pour obtenir

div
n,Duv

i

Mm (x) =

∫ 1

0

∫ quvi t1+huvi

puvi t1+luvi

√
σ2n1(x)(w1 − y′i1)2 + σ2n2(x)(t2 − y′i2)2 exp

[
−w

2
1

2

]
exp

[
− t

2
2

2

]
dt1dt2,

avec w1 = (v − u)t1 + u, et les nouveaux coeficients puvi = auvi (v − u), luvi = auvi u + buvi , q
uv
i =

cuvi (v− u), huvi = cuvi u+ duvi , qui n’ont pas besoin d’être calculés à partir des anciens coefficients
auvi , b

uv
i , c

uv
i , d

uv
i puisqu’ils s’obtiennent à partir des ordonnées des sommets de Duv

i (voir la figure
4.13).
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i
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✻

t2

✲ t1u v

puvi
✻
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quvi
✻
❄

huvi

Figure 4.13 – Découpage d’une cellule image Di en domaines d’intégration.

4.2.2 Fonction de diversité de Tsallis multidimensionnelle

Rappelons tout d’abord la modélisation choisie. On se place dans le cas général où les sorties
sont q–dimensionnelles (il est ensuite facile de se ramener au cas pratique q = 2). On suppose que
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l’on a déjà observé l’échantillon y1, . . . , yn et que l’on s’intéresse au point yn+1 qui apportera la
plus grande diversité à l’ensemble {y1, . . . , yn, yn+1}. La densité de l’échantillon {y1, . . . , yn, yn+1}
est modélisée par des noyaux

φn,yn+1(y) =
1

n+ 1

n+1∑

i=1

1

(2π)
q
2

√
detΣ

exp

{
−
t(y − yi)Σ−1(y − yi)

2

}
,

où Σ est une matrice symétrique définie positive choisie.

Proposition 4.2.2 Si φn,yn+1(·) est la densité ci-dessus, alors

∥∥φn,yn+1

∥∥2
2
=

1

(2π)
q
2

√
det (2Σ)(n+ 1)2

n+1∑

i,j=1

exp

{
−
t(yi − yj)Σ−1(yi − yj)

4

}
. (4.17)

Preuve Afin de se débarrasser définitivement du terme constant, notons

αq = (2π)−
q
2 (det (2Σ))−

1
2 (n+ 1)−2.

∫

Rq

φ2n,yn+1
(y)dy = αq

√
det(2Σ)

(2π)
q
2 detΣ

n+1∑

i,j=1

∫

Rq

exp

{
−
t(y − yi)Σ−1(y − yi) + t(y − yj)Σ−1(y − yj)

2

}
dy

=
αq

(2π)
q
2

√
det(Σ2 )

n+1∑

i,j=1

∫

Rq

exp

{
− 1

2

[
t

(
y − yi + yj

2

)(
Σ

2

)−1(
y − yi + yj

2

)

−t(yi + yj)(2Σ)
−1(yi + yj) +

tyiΣ
−1yi +

tyjΣ
−1yj

]}
dy

= αq

n+1∑

i,j=1

exp

{
−−

t(yi + yj)(2Σ)
−1(yi + yj) +

tyiΣ
−1yi +

tyjΣ
−1yj

2

}

= αq

n+1∑

i,j=1

exp

{
−
tyiΣ

−1yi +
tyjΣ

−1yj − 2tyiΣ
−1yj

4

}

= αq

n+1∑

i,j=1

exp

{
−
t(yi − yj)Σ−1(yi − yj)

4

}
. �

Remarque 4.2.3 En pratique, on peut s’inspirer des résultats observés dans le cas d’une seule
sortie (§ 4.1.5) et prendre par exemple, après avoir normalisé chaque sortie par la transformation
linéaire

y 7→ y

ymax − ymin
,

(avec ymin et ymax respectivement le minimum et le maximum observé pour cette sortie), la
matrice Σ = h2I2, avec I2 la matrice unité d’ordre 2 et h une constante à choisir (dans ce cas,
les sorties sont donc supposées indépendantes).

On cherche à minimiser cette quantité, de façon à maximiser l’entropie de Tsallis d’ordre 2,
H2(φn,yn+1) = 1−

∥∥φn,yn+1

∥∥2
2
. Puisque yn+1 = Yn(x) est inconnu, mais suit la loiN (mn(x),Σn(x))
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donnée par le krigeage, le critère de choix du nouveau point est (en se débarassant de la constante
multiplicative)

x∗ = argmin
x∈X

Eyn+1∼Yn(x)

n+1∑

i,j=1

exp

{
−
t(yi − yj)Σ−1(yi − yj)

4

}
.

Ne gardant que les termes en yn+1, on obtient

x∗ = argmin
x∈X

E

n∑

i=1

exp

{
−
t(yi − Yn(x))Σ−1(yi − Yn(x))

4

}
.

Proposition 4.2.4 Le point ajouté par le critère de diversité de Tsallis est

x∗ = argmin
x∈X

1√
det(Σn(x) + 2Σ)

n∑

i=1

exp

{
tUxiC

−1
x Uxi −Rxi

2

}
, (4.18)

avec Cx = Σ−1
n (x) + (2Σ)−1, Uxi = Σ−1

n (x)mn(x) + (2Σ)−1yi et Rxi = tyi(2Σ)
−1yi +

tmn(x)Σ
−1
n (x)mn(x).

Preuve Définissons Cx, Uxi et Rxi comme ci-dessus. Alors,

E

n∑

i=1

exp

{
−
t(yi − Yn(x))Σ−1(yi − Yn(x))

4

}

∝ 1√
det(Σn(x))

n∑

i=1

∫

Rq

exp

{
−
t(yi − y)Σ−1(yi − y)

4

}
exp

{
−
t(y −mn(x))Σ

−1
n (x)(y −mn(x))

2

}
dy

=
1√

det(Σn(x))

n∑

i=1

∫

Rq

exp

{
−
tyCxy − 2tUxiy +Rxi

2

}
dy

=
1√

det(Σn(x))

n∑

i=1

∫

Rq

exp

{
− 1

2

[
t(y − C−1

x Uxi)Cx(y − C−1
x Uxi)− tUxiC

−1
x Uxi +Rxi

]}
dy

∝

√
det(C−1

x )
√

det(Σn(x))

n∑

i=1

exp

{
tUxiC

−1
x Uxi −Rxi

2

}

=
1√

det
(
I2 + (2Σ)−1Σn(x)

)
n∑

i=1

exp

{
tUxiC

−1
x Uxi −Rxi

2

}

∝ 1√
det(2Σ + Σn(x))

n∑

i=1

exp

{ tUxiC
−1
x Uxi −Rxi

2

}

et on retrouve bien (4.18). �

La formule (4.18) ne se factorise pas dans le cas général q > 1 sous une forme similaire au cas
q = 1, sauf dans le cas où les matrices de covariance sont diagonales.

Corollaire 4.2.5 Si les matrices de covariance Σ et Σn(x) sont diagonales (les sorties
sont supposées indépendantes), alors la formule (4.18) se factorise. En effet, si l’on pose
Σ = diag(σ21 , . . . , σ

2
q ), Σn(x) = diag(σ2n1(x), . . . , σ

2
nq(x)), yi = t(yi1, . . . , yiq) et mn(x) =

t(mn1(x), . . . ,mnq(x)), le critère se réécrit

x∗ = argmin
x∈X

n∑

i=1

q∏

j=1

1√
σ2nj(x) + 2σ2j

exp

{
− (yij −mnj(x))

2

2(σ2nj(x) + 2σ2j )

}
. (4.19)
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Remarque 4.2.6 En faisant q = 1, on retrouve bien la formule (4.13) obtenue dans le cas d’une
seule sortie.

Le grand avantage du critère de Tsallis est que la formule analytique (4.18) est valable quelles
que soient les dimensions du problème.

4.2.3 Prise en compte des contraintes pratiques dans les critères de diversité

Il s’agit maintenant d’essayer d’adapter les deux fonctions de diversité aux contraintes de
l’étude. Rappelons-les brièvement :

– le système étudié a 5 entrées et 2 sorties ;
– les valeurs des sorties sont entachées d’un bruit de mesure ;
– les essais sont effectuée par séries, c’est-à-dire que le critère de diversité doit être capable

de sélectionner plusieurs points à chaque itération de l’algorithme ;
– les résultats des mesures arrivent avec un temps de retard. Au moment de planifier les

mesures de la série n + 1, on ne disposera pas des résultats des mesures de la série n
planifiée précédemment.

Les fonctions de diversité ont passé le test de la dimension 2. La présence de bruit peut être prise
en compte par le krigeage (voir le § 2.4). Il reste donc à adapter les deux dernières conditions.
Nous allons voir que la fonction de type distance maximin ne s’adapte pas bien à ces contraintes.
Puis nous constaterons que la fonction d’entropie de Tsallis prend quant à elle naturellement
en compte l’ensemble des contraintes. Enfin, nous présenterons une approche simplifiée pouvant
être utilisée dans les deux cas.

4.2.3.1 Notations

Nous noterons dans la suite ((x1, y1), . . . , (xn, yn)) les observations déjà effectuées, avec
xi =

t(x1i , . . . , x
p
i ) ∈ Rp et yi = t(y1i , . . . , y

q
i ) ∈ Rq pour i = 1, . . . , n, et Y j = t(yj1, . . . , y

j
n) le

vecteur des observations correspondant à la je sortie observée pour j = 1, . . . , q. Les q sorties
observées sont supposées indépendantes.

On suppose que l’on souhaite ajouter k points en même temps. Dans la suite, les nouveaux
points seront notés ((xn+1, yn+1), . . . , (xn+k, yn+k)), avec X0 = (xn+1, . . . , xn+k) ∈ (Rp)k la
variable, Y0 = (yn+1, . . . , yn+k) ∈ (Rq)k les sorties correspondantes et Y j

0 = t(yjn+1, . . . , y
j
n+k) le

vecteur de dimension k des sorties numéro j, pour j = 1, . . . , q.
On rappelle que l’on a modelisé les sorties par krigeage (chapitre 2),

yj(x) = tmj(x)β
j + Zj(x),

où mj(·) est une fonction connue à valeurs dans Rpj , βj est un vecteur à pj coefficients inconnus
et Zj(·) est un processus gaussien de moyenne nulle et fonction de covariance connue kj(·, ·).
L’hypothèse du krigeage est

(
Y j

Y j
0

)
∼ N

((
M jβj

M j
0β

j

)
,

(
Σjnn Σjn0
Σj0n Σj00

))
,

avec M j = t(mj(x1), . . . ,mj(xn)),M
j
0 = t(mj(xn+1), . . . ,mj(xn+k)),Σ

j
nn = cov(Y j),Σjn0 =

cov(Y j , Y j
0 ),Σ

j
0n = cov(Y j

0 , Y
j), et Σj00 = cov(Y j

0 ). Sous certaines hypothèses, la loi a posteriori
des vecteurs aléatoires Y j

0 , pour j = 1, . . . , q, est alors donnée par (voir [133])
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(
Y j
0 |Y j

)
∼ N (µj0,Σ

j
0) ,

avec

µj0 =
{
Σj0n(Σ

j
nn)

−1 + tV j(tM j(Σjnn)
−1M j)−1tM j(Σjnn)

−1
}
Y j ,

Σj0 = Σj00 − Σj0n(Σ
j
nn)

−1Σjn0 +
tV j(tM j(Σjnn)

−1M j)−1V j ,

où tV j =M j
0 − Σj0n(Σ

j
nn)−1M j . Pour k = 1, on retrouve le prédicteur et la variance de krigeage

(2.23) et (2.24).

Remarque 4.2.7 La loi N
(
µj0,Σ

j
0

)
n’a une densité que si Σj0 est définie positive. On supposera

donc que la fonction de covariance utilisée est définie positive.

Par indépendance des sorties, si l’on note f(T ) la densité d’une variable aléatoire T , alors

f(Y0) = f(Y 1
0 ) . . . f(Y

k
0 ).

4.2.3.2 Fonction de type maximin

Reprenons les hypothèses et notations utilisés précédemment, et cherchons à optimiser
plusieurs points en même temps en utilisant la fonction de type maximin. Le critère à évaluer
est

EY0



 min
i=1,...,n+k

min
j=n+1,...,n+k

j 6=i

‖yi − yj‖





et on doit déterminer le point X∗
0 qui maximise le critère. Cela semble cependant très difficile à

implémenter en pratique.

La fonction de type maximin ne s’adapte pas telle quelle pour prendre en compte les contraites
liées au problème pratique. Néanmoins, nous présentons en fin de paragraphe une approche
simplifiée qui sera utilisée. Nous gardons donc la fonction de type maximin pour des tests
comparatifs sur des données simulées (voir le chapitre 5).

4.2.3.3 Entropie de Tsallis

On rappelle tout d’abord le formalisme de la méthode utilisant l’entropie de Tsallis. Soit
y ∈ Rq, on définit la densité de l’échantillon {y1, . . . , yn, yn+1, . . . , yn+k} ∈ Rq comme étant

φn,Y0(y) ∝
n+k∑

i=1

exp

{
−
t(y − yi)Σ−1(y − yi)

2

}

(avec Σ = σ2Iq par indépendance des sorties ; σ2 étant fixé a priori, les sorties ont été
préalablement normalisées comme expliqué à la remarque 4.2.3). On a alors

∫

Rq

φ2n,Y0 ∝
n+k∑

i,j=1

exp

{
−
t(yi − yj)Σ−1(yi − yj)

4

}
(vrai ∀Σ, proposition 4.2.2)

=

n+k∑

i,j=1

exp

{
−
(y1i − y1j )2

4σ2

}
. . . exp

{
−
(yqi − y

q
j )

2

4σ2

}
(car Σ = σ2Iq, corollaire 4.2.5),
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et on recherche

X∗
0 = argmin

X0

EY0

∫

Rq

φ2n,Y0 . (4.20)

Évaluons l’espérance

EY0

∫

Rq

φ2n,Y0 =

∫

(Rq)k

(∫

Rq

φ2n,Y0

)
f(Y0) dY0

∝
∫

(Rk)q




n+k∑

i,j=1

q∏

l=1

exp

{
−
(yli − ylj)2

4σ2

}


q∏

l=1

f(Y l
0 ) dY

l
0

=

∫

(Rk)q

n+k∑

i,j=1

q∏

l=1

exp

{
−
(yli − ylj)2

4σ2

}
f(Y l

0 ) dY
l
0

=

n+k∑

i,j=1

q∏

l=1

∫

Rk

exp

{
−
(yli − ylj)2

4σ2

}
1

(2π)
k
2

√
det(Σl0)

exp

{
−
t(Y l

0 − µl0)(Σl0)
−1

(Y l
0 − µl0)

2

}
dY l0

∝
n+k∑

i,j=1





q∏

l=1

1√
det(Σl0)

∫

Rk

exp

{
−
(yli − ylj)2

4σ2
−

t(Y l
0 − µl0)(Σl0)

−1
(Y l

0 − µl0)
2

}
dY l

0



 .

En décomposant la somme

n+k∑

i,j=1

=
n∑

i=1

n∑

j=1

+
n∑

i=1

n+k∑

j=n+1

+
n+k∑

i=n+1

n∑

j=1

+
n+k∑

i=n+1

n+k∑

j=n+1

et remarquant que
n∑

i=1

n∑

j=1

= constante,

n∑

i=1

n+k∑

j=n+1

+
n+k∑

i=n+1

n∑

j=1

= 2
n∑

i=1

n+k∑

j=n+1

par symétrie des termes sommés, et

n+k∑

i=n+1

n+k∑

j=n+1

=
n+k−1∑

i=n+1

n+k∑

j=i+1

+
n+k−1∑

j=n+1

n+k∑

i=j+1

+
n+k∑

i=j=n+1

= 2
n+k−1∑

i=n+1

n+k∑

j=i+1

+ constante,

l’expression à évaluer se ramène à




n∑

i=1

n+k∑

j=n+1

+

n+k−1∑

i=n+1

n+k∑

j=i+1







q∏

l=1

1√
det(Σl0)

∫

Rk

exp

{
−
(yli − ylj)2

4σ2
−

t(Y l
0 − µl0)(Σl0)

−1
(Y l

0 − µl0)
2

}
dY l0



 .
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Nous allons évaluer séparément les termes de la somme. On notera Iij la matrice carrée nulle
partout sauf en (i, j) où elle vaut 1, 1i le vecteur colonne dont le ie terme vaut 1 et tous les
autres 0, et ī = i− n.

– 1 ≤ i ≤ n, n+ 1 ≤ j ≤ n+ k : dans ce cas yli /∈ Y l
0 et ylj ∈ Y l

0 , yli est donc une constante et
ylj une variable d’intégration.

exp

{
−
(yli − ylj)2

4σ2
−

t(Y l
0 − µl0)(Σl0)

−1
(Y l

0 − µl0)
2

}

= exp

{
− 1

2

(
tY l

0

[
(Σl0)

−1
+

1

2σ2
Ij̄ j̄

]
Y l
0 − 2tY l

0

[
(Σl0)

−1
µl0 +

yli
2σ2

1j̄

]
+ tµl0(Σ

l
0)

−1
µl0 +

(yli)
2

2σ2

)}

= exp

{
−1

2

(
tY l

0W
l
0Y

l
0 − 2tY l

0 t
l
0 + rl0

)}
(pour alléger la formule)

= exp

{
− 1

2

[
t
(
Y l
0 − (W l

0)
−1
tl0

)
W l

0

(
Y l
0 − (W l

0)
−1
tl0

)
− ttl0(W

l
0)

−1
tl0 + rl0

]}
.

En intégrant par rapport à Y l
0 , on obtient

∫

Rk

exp

{
−
(yli − ylj)2

4σ2
−

t(Y l
0 − µl0)(Σl0)

−1
(Y l

0 − µl0)
2

}
dY l0 =

(2π)
k
2

√
det(W l

0)
exp

{
ttl0(W

l
0)

−1
tl0 − rl0

2

}
,

avec W l
0 = (Σl0)

−1
+ (1/(2σ2))Ij̄ j̄, t

l
0 = (Σl0)

−1
µl0 + (yli/(2σ

2))1j̄ et rl0 = tµl0(Σ
l
0)

−1
µl0 +

(yli)
2/(2σ2) (la matrice W l

0 est inversible car c’est la somme d’une forme quadratique définie
positive et d’une forme quadratique positive).
Il reste à évaluer le produit des déterminants, dont le le terme est

1√
det (Σl0W0)

=
1√

det
(
Ik +

1
2σ2

(
0k×(j̄−1)Σ

l
0(:, j̄) 0k×(k−j̄)

))

=
1√

1 +
Σl

0(j̄,j̄)
2σ2

=

√
2σ2

2σ2 +Σl0(j̄, j̄)
.

Le terme (i, j) de la somme dans le cas 1 ≤ i ≤ n, n+ 1 ≤ j ≤ n+ k est donc

√
2σ2(2π)

k
2

√
2σ2 +Σl0(j̄, j̄)

exp

{
ttl0(W

l
0)

−1
tl0 − rl0

2

}
.

Remarque 4.2.8 En faisant k = 1, on retrouve (à une constante multiplicative près) la
formule de l’ajout de points 1 par 1 (4.19).

– n+ 1 ≤ i < j ≤ n+ k : dans ce cas yli ∈ Y l
0 et ylj ∈ Y l

0 , yli et ylj sont des variables
d’intégration.
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exp

{
−
(yli − ylj)2

4σ2
−

t(Y l
0 − µl0)(Σl0)

−1
(Y l

0 − µl0)
2

}

= exp

{
− 1

2

(
tY l

0

[
(Σl0)

−1
+

1

2σ2
(Iī̄i + Ij̄j̄ − Iīj̄ − Ij̄ ī)

]
Y l
0 − 2tY l

0 (Σ
l
0)

−1
µl0 +

tµl0(Σ
l
0)

−1
µl0

)}

= exp

{
−1

2

(
tY l

0Z
l
0Y

l
0 − 2tY l

0τ
l
0 + ρl0

)}
(pour alléger la formule)

= exp

{
− 1

2

[
t(Y l

0 − (Z l0)
−1
τ l0)Z

l
0(Y

l
0 − (Z l0)

−1
τ l0)− tτ l0(Z

l
0)

−1
τ l0 + ρl0

]}
.

En intégrant par rapport à Y l
0 , on obtient

∫

Rk

exp

{
−
(yli − ylj)2

4σ2
−

t(Y l
0 − µl0)(Σl0)

−1
(Y l

0 − µl0)
2

}
dY l0 =

(2π)
k
2

√
det(Z l0)

exp

{
tτ l0(Z

l
0)

−1
τ l0 − ρl0

2

}
,

avec Z l0 = (Σl0)
−1

+ (1/(2σ2))(Iī̄i + Ij̄ j̄ − Iīj̄ − Ij̄ī), τ l0 = (Σl0)
−1
µl0 et ρl0 =

tµl0(Σ
l
0)

−1
µl0 (la

matrice Z l0 est inversible car c’est la somme d’une forme quadratique définie positive et
d’une forme quadratique positive).
Il reste à évaluer le produit des déterminants. Calculons

det
(
Σl0Z0

)
= det

{
Ik +

1

2σ2

(
0k×(̄i−1) ; Σ

l
0(:, ī)−Σl0(:, j̄) ; 0k×(j̄−ī−1) ; Σ

l
0(:, j̄)−Σl0(:, ī) ; 0k×(k−j̄)

)}

=

(
1 +

Σl0(̄i, ī)− Σl0(̄i, j̄)

2σ2

)(
1 +

Σl0(j̄, j̄)− Σl0(j̄, ī)

2σ2

)

−
(
Σl0(j̄, ī)− Σl0(j̄, j̄)

2σ2

)(
Σl0(̄i, j̄)− Σl0(̄i, ī)

2σ2

)

= 1 +
Σl0(̄i, ī) + Σl0(j̄, j̄)− Σl0(̄i, j̄)− Σl0(j̄, ī)

2σ2

=
2σ2 +Σl0(̄i, ī) + Σl0(j̄, j̄)− Σl0(̄i, j̄)− Σl0(j̄, ī)

2σ2
.

Le terme (i, j) de la somme dans le cas n+ 1 ≤ i < j ≤ n+ k est donc

√
2σ2(2π)

k
2

√
2σ2 +Σl0(̄i, ī) + Σl0(j̄, j̄)− 2Σl0(̄i, j̄)

exp

{
tτ l0(Z

l
0)

−1
τ l0 − ρl0

2

}
.

Remarque 4.2.9 On peut simplifier dans les deux cas par
√
2σ2(2π)

k
2 .

Le critère de diversité de Tsallis s’adapte donc naturellement au cas où les mesures s’effectuent
plusieurs à la fois (d’un point de vue théorique en tout cas).

Mesures avec retard Il nous reste à adapter le critère de Tsallis au cas où les résultats des
mesures arrivent avec un temps de retard : au moment de planifier la série {xn+k+1, . . . , xn+2k},
on ne connaît pas encore les résultats correspondant à la série de mesures en cours
aux points {x∗n+1, . . . , x

∗
n+k}. Nous proposons d’utiliser le critère (4.20) appliqué à X0 =

(xn+1, . . . , xn+k, xn+k+1, . . . , xn+2k) ∈ (Rp)2k, mais en fixant les valeurs de {xn+1, . . . , xn+k}, que
l’on connaît. Notons maintenant Y0 = (yn+1, . . . , yn+k, yn+k+1, . . . , yn+2k) ∈ (Rq)2k, on recherche
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X∗
0 = argmin

X0
xn+1=x∗

n+1
,...,xn+k=x∗

n+k

EY0

∫

Rq

φ2n,Y0 .

Les k derniers éléments de X∗
0

{x∗n+k+1, . . . , x
∗
n+2k}

forment alors la prochaine série de mesures à effectuer.

La fonction de diversité de Tsallis prend naturellement en compte l’ensemble des contraintes
de l’étude, ce qui n’est pas le cas de la fonction de type maximin. Au chapitre suivant, nous
verrons que le critère de Tsallis présente aussi des difficultés pratiques d’implémentation, en
raison notamment du mauvais conditionnement des matrices de covariance a posteriori Σj0. C’est
pourquoi nous utiliserons aussi la méthode simplifiée présentée au paragraphe suivant.

4.2.3.4 Une approche simplifiée

Nous présentons ici une approche pouvant être utilisée pour faire face aux problème
d’implémentation des critères de diversité avec prise en compte des contraintes pratiques. Cette
approche est nettement moins optimale que la méthode présentée au paragraphe précédent, mais
permet d’utiliser la fonction de type maximin (analytiquement pour q = 1, avec une intégration
numérique pour q = 2, voir le § 4.1.2) et d’utiliser le critère de Tsallis sans devoir faire face aux
difficultés exposées à la remarque 2.2.16.

– Prise en compte du bruit de mesure : les réponses sont modélisées par krigeage
avec bruit de mesure, mais afin d’éviter les répétitions, nous proposons d’utiliser la
réinterpolation (§ 2.4). Le modèle est donc un interpolateur et la variance de krigeage est
nulle aux entrées observées, ce qui garantit la non-répétition des mesures (cette approche est
utilisée en pratique en raison du nombre d’essais relativement restreint à notre disposition).

– Ajout de k points à la fois : le critère utilisé est celui de l’ajout de points 1 par 1, (4.14)
ou (4.18) selon que l’on utilise la fonction de type maximim ou l’entropie de Tsallis. Les
k points sélectionnés pour la prochaine série de mesures sont ceux réalisant les k maxima
locaux les plus grands du critère choisi.

– Retard d’arrivée des mesures : on suppose connaître la position xn+1, . . . , xn+k
des mesures en cours, dont on ne sait pas encore la valeur des réponses. On
souhaite appliquer le critère ci-dessus pour choisir la prochaine série xn+k+1, . . . , xn+2k,
mais en tenant compte de l’emplacement de la série de mesures en cours. Nous
proposons d’attribuer une valeur fictive aux réponses, donnée par les prédictions du
modèle de krigeage ŷn(xn+1), . . . , ŷn(xn+k). Au moment de choisir la prochaine série
xn+k+1, . . . , xn+2k, on applique donc la méthode ci-dessus aux n + k « observations »
{(x1, y1), . . . , (xn, yn), (xn+1, ŷn(xn+1)), . . . , (xn+k, ŷn(xn+k))}.

La méthode heuristique proposée dans ce paragraphe permet d’utiliser chacun des deux critères
de diversité retenus, en respectant les contraintes pratiques. Son efficacité sera testée au chapitre
suivant sur des données simulées.



Chapitre 5

Mise en œuvre pratique et résultats

Il s’agit maintenant de mettre au point une procédure permettant de tester les deux fonctions
de diversité retenues au chapitre précédent dans des conditions proches de ce qui sera fait en
pratique. Pour cela, nous nous sommes donnés une famille de fonctions-test modélisant chacune
un système imaginaire, et avons appliqué pour chacune d’elle le même algorithme séquentiel :
un plan initial est enrichi à chaque itération du point optimisant le critère de diversité, jusqu’à
atteindre un nombre donné d’observations. Afin de vérifier que la qualité des résultats ne dépend
pas du plan initial, l’algorithme a été testé pour plusieurs configurations initiales des points à
chaque fois. Les premiers essais ont été effectués sur une famille de 6 fonctions-test définies sur
[−1, 1]2 et à valeurs dans R afin de pouvoir observer graphiquement la façon dont sont placés
les points en entrée et en sortie. Après avoir constaté que l’approche utilisée donne des résultats
satisfaisants et similaires pour les deux critères de diversité, la procédure d’ajout a été testée
dans les dimensions du problème pratique (5 entrées et 2 sorties), en utilisant une fonction-test
modélisant grossièrement le système réel construite à partir de données physiques.

Nous présentons dans un premier temps la structure générale de l’algorithme, que l’on
retrouvera quelle que soit la configuration. Puis chacun des deux critères de diversité est testé dans
le cas de 2 entrées et une sortie, et la répartition finale des points est observée graphiquement.
Afin de s’assurer de la pertinence de l’approche par maximisation de la diversité, nous comparons
les résultats obtenus avec le critère classique d’ajout de point au maximum de la variance de
krigeage (§ 3.2.2). L’inversion du système est présentée. Finalement, l’algorithme est modifié pour
prendre en compte les spécificités du problème (délai des réponses et traitement par blocs, voir
l’introduction) et testé sur une fonction à 5 entrées et 2 sorties.

5.1 Structure de l’algorithme

Le principe général de l’algorithme est présenté ici. Dans tous les cas, celui-ci est construit
autour du noyau suivant :

1. discrétiser le domaine d’entrée X en une grille notée GX ;

2. choisir la fonction-test f et le plan initial Pn0 ⊂ GX à n0 points, poser n = n0 ;

3. observer les valeurs de sortie Y n = f(Pn) ;

4. construire un modèle de krigeage f̂n de f à partir des points du plan courant Pn et des
observations Y n, ce qui donne la loi conditionnelle Yn(x) de la sortie en tout point x ∈ X ;

5. optimiser une fonction de diversité E divn(Yn(·)) sur la grille des entrées, ce qui fournit
un nouveau point x∗ = argmaxx∈GX

E divn(Yn(x)), et un nouveau plan courant Pn+1 :=
Pn ∪ {x∗}, faire n← n+ 1 ;

126
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6. répéter les étapes 3.− 4.− 5., jusqu’à ce que le plan contienne le nombre de points voulus.

L’algorithme est écrit en langage Matlab, et le modèle de krigeage est construit à l’aide de la
boîte à outils DACE [104, 105]. Ayant observé qu’en pratique la modélisation par krigeage avec
une moyenne constante donne des résultats satisfaisants, nous modélisons chacune des sorties
indépendamment sous la forme

Y (x) = β + Z(x) + ε(x),

avec β inconnu, Z(·) un processus gaussien centré stationnaire, et ε(x) ∼ N (0, σ2ε (x)) comme au
§ 2.4 (mais la variance de bruit σ2ε est ici supposée être une fonction connue de x). Les paramètres
du modèle sont estimés par maximum de vraisemblance.

Remarque 5.1.1 Dans les conditions du problème réel (5 facteurs d’entrée), le domaine d’entrée
est discrétisé car d’une part l’optimisation globale d’une fonction est très coûteuse en temps de
calcul pour de grandes dimensions (la recherche de l’optimum se ramène donc à une maximisation
sur les points d’une grille), et d’autre part les mesures étant bruitées il est inutile de vouloir être
très précis sur les entrées. Par souci de cohérence, nous décidons de discrétiser le domaine d’entrée
quelle que soit sa dimension.

Les particularités de l’algorithme seront rapportées dans les paragraphes suivants selon le critère
utilisé.

5.2 Cas où la fonction inconnue a 2 entrées et 1 sortie

Nous présentons ici l’algorithme tel qu’il est mis en œuvre pour des systèmes déterministes à 2
entrées et 1 sortie (pas de bruit de mesure, ε(x) = 0), puis comparons par simulation les résultats
obtenus avec chacun des deux critères de diversité (maximin et Tsallis), ainsi qu’avec l’ajout de
point au maximum de la variance de krigeage. Les fonctions-test choisies ainsi que la construction
des plans initiaux sont détaillées dans un premier temps, puis nous présentons la mise en œuvre
ainsi que les résultats des tests. Finalement, l’inversion du système telle qu’introduite au début
du chapitre 4 est présentée.

5.2.1 Choix des fonctions-test et des plans initiaux

Nous dressons ici la liste des fonctions-test choisies comme systèmes fictifs sur lequels
appliquer l’algorithme, ainsi que des plans initiaux qui permettront de mesurer la robustesse
de la procédure vis-à-vis des conditions initiales.

5.2.1.1 Fonctions-test

Nous avons testé la procédure d’ajout sur 6 fonctions-test, dont les expressions analytiques
sont données ci-dessous, toutes définies sur [−1, 1]2. Les surfaces représentatives de ces fonctions
sont tracées sur la figure 5.1. Les fonctions f1, f2, f3 et f6 ont été utilisées dans [148] pour
tester une autre procédure d’ajout, et les fonctions f4 et f5 dans [168]. Chacune présente des
caractéristiques particulières : la courbe de la fonction f1 a de nombreux « creux » et « bosses »
difficiles à modéliser ; la courbe de f2 a une forme sinusoïdale ; la courbe de f3 a une forme assez
similaire à la courbe de f1 sur le domaine agrandi [−3, 3] ; les courbes des fonctions f4 et f5 sont
plates sur une grande partie du domaine, et à variation assez rapide ailleurs ; la courbe de f6
présente des similitudes avec celle de la fonction f1, mais avec la présence d’un « pic » central
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très difficile à modéliser. Tester l’algorithme sur ces 6 fonctions permettra de voir si il peut faire
face à des systèmes relativement compliqués.

f1(x1, x2) = 4x21 − 2.1x41 +
x61
3

+ x1x2 − 4x22 + 4x42 ;

f2(x1, x2) = −sin (3x1)

x1 − 3
− sin (5x2)

x2 + 5
;

f3(x1, x2) = 81x21 − 2, 1(3x1)
4 +

(3x1)
6

3
+ 9x1x2 − 36x22 + 81x42 ;

f4(x1, x2) =
2

1− e−9
exp

{
−(x1 + 0.1)2 + (x2 + 0.1)2

0.18

}
;

f5(x1, x2) = 1 +
2

e6 + 1
4 − e−6

(
e6x1+

x2
8 − e6 − 1

8

)
;

f6(x1, x2) = 0.2ex1−3 + 2.2|x2|+ 1.3x62 − 2x22 − 0.5x42 − 0.5x41 + 2.5x21 +

0.7x31 +
3

(8x1 − 2)2 + (5x2 − 3)2 + 1
+ sin (5x1) cos (3x

2
1).



Chapitre 5 Mise en œuvre pratique et résultats 129

Figure 5.1 – Les 6 fonctions-test utilisées dans cette étude.



Chapitre 5 Mise en œuvre pratique et résultats 130

5.2.1.2 Plans initiaux

Ne disposant pas d’information a priori sur le système au stade initial de l’expérimentation,
nous sommes intéressés par un plan initial remplissant l’espace, et nous choisissons un hypercube
latin maximin (§ 3.1.3.1) en raison de sa simplicité de construction. Nous allons donc générer une
bibliothèque d’hypercubes latins ayant de bonnes propriétés maximin et suffisamment différents
les uns des autres afin de pouvoir tester l’influence du plan initial sur les approches séquentielles
proposées.

Afin de quantifier la différence entre deux plans A = {a1, . . . , an} et B = {b1, . . . , bn} de R2

(mais la méthode fonctionne aussi pour Rd), nous avons utilisé la fonction

dP (A,B) =
1

2n

n∑

i=1

(
min

j=1,...,n
‖ai − bj‖2 + min

j=1,...,n
‖bi − aj‖2

)
,

où ‖ · ‖2 désigne la norme euclidienne sur R2.

Remarque 5.2.1 La fonction dP (·, ·) n’est pas une distance, car elle ne vérifie pas l’inégalité
triangulaire. Une autre façon de quantifier l’éloignement de deux plans A et B, qui est une vraie
distance (voir l’annexe I), serait la fonction

dI(A,B) =
1

n
min
τ∈Sn

n∑

i=1

∥∥ai − bτ(i)
∥∥
2
,

où Sn désigne l’ensemble des permutations de {1, . . . , n}. Malheureusement, celle-ci exige
l’évaluation de la somme pour les n! permutations τ possibles, ce qui est très coûteux en temps
de calcul.

Nous avons décidé de prendre des plans initiaux à 9 points afin de disposer d’un modèle initial
relativement précis. La construction des 20 plans initiaux de la bibliothèque est détaillé ci-dessous.

1. Construction du 1er plan : générer 1000 hypercubes latins de façon aléatoire, et garder
parmi les 1000 un de ceux qui sont maximin (→ P1).

2. Pour i = 2, . . . , 20 :
– générer 1000 hypercubes latins ;
– parmi ces 1000 plans, choisir aléatoirement un de ceux qui sont maximin, sous la

contrainte qu’il soit à une distance dP > 0, 5 de chacun des plans déjà obtenus
P1, . . . , Pi−1 (→ Pi).

L’ensemble des 20 plans obtenus par cette méthode est représenté sur la figure 5.2. Nous avons
observé empiriquement que la valeur seuil dP > 0, 5 permet d’obtenir 20 plans suffisamment
différents.

Remarque 5.2.2 Il aurait été possible d’utiliser un algorithme de construction d’hypercubes
latins maximin, comme par exemple celui présenté dans [77], mais les 20 plans obtenus par notre
méthode sont satisfaisants, voir la figure 5.2.
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Figure 5.2 – Les 20 plans initiaux utilisés dans cette étude.
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5.2.2 Tests

Nous présentons maintenant les résultats des tests effectués en utilisant les fonctions-test et
les plans initiaux construits précédemment. L’algorithme est paramétré de la façon suivante :

– le domaine d’entrée [−1, 1]2 est discrétisé en une grille régulière de taille 201 × 201. Les
calculs sont ensuite effectués « vectoriellement » sur la matrice des entrées toute entière et
non pas point par point afin d’accélérer le temps de calcul ;

– la fonction de covariance utilisée dans le modèle de krigeage est la covariance gaussienne
isotrope

k(x, x′) = σ2e−θ‖x−x
′‖2 ,

car nous avons observé qu’elle donne en général un bon modèle même quand le nombre de
données est restreint (il faut cependant prendre garde aux problèmes de conditionnement
des matrices de covariance [1]) ;

– pour l’estimation du paramètre de corrélation θ par maximum de vraisemblance, nous
limitons le domaine de recherche de l’algorithme d’optimisation de DACE à θ ∈ [0.1, 20]
(ce qui permet déjà de modéliser une large gamme de processus), et la valeur initiale est
fixée à θ0 = 1 (ces valeurs ne dépendent pas de la plage de variation des entrées, qui sont
systématiquement normalisées par DACE, mais dépendent de la fonction de corrélation
choisie).
Remarque 5.2.3 [142] Nous avons pu observer qu’en pratique, fixer le paramètre de
corrélation à θ = 1 donne souvent lieu à un modèle satisfaisant.

Nous allons exécuter l’algorithme pour chaque fonction-test et pour chaque plan initial, ce
qui va nous permettre d’observer le comportement des deux critères de diversité et d’ajuster
leurs paramètres. Puis nous allons comparer la répartition finale des points obtenue par chaque
méthode (nous décidons de nous arrêter lorsque le plan contient 20 points). Finalement, nous
testons le critère de Tsallis modifié de façon à s’approcher des conditions du problème réel.

5.2.2.1 Critère de diversité maximin

Détaillons tout d’abord le calcul du critère de diversité. Arrivés à l’étape 4 de l’algorithme,
on dispose des observations (x1, y1), . . . , (xn, yn), où les xi sont les points du plan courant (des
vecteurs de taille 2), les yi sont les sorties, scalaires, correspondantes. On souhaite évaluer le
critère de diversité maximin en un point x de la grille des entrées. Le krigeage donne une
approximation de la loi a posteriori de la sortie Yn(x) ∼ N (µn(x), σ

2
n(x)), dont on va se servir

pour évaluer le critère de diversité.
Nous avons vu au § 4.1.2, proposition 4.1.8, que le critère de diversité maximin est affine par

morceaux. Il s’agit de calculer l’intégrale (4.3). Pour cela, on partage le domaine d’intégration
R en intervalles (donnés par la proposition 4.1.8) où le critère de diversité est affine. On calcule
ensuite les intégrales séparément sur chaque intervalle en utilisant les formules de l’annexe F,
puis on fait la somme des valeurs obtenues.

Anticipant les difficultés qui nous attendent dans le cas de 2 sorties (le critère ne s’écrivant
pas sous forme analytique, il faudra faire une intégration numérique sur un domaine borné), nous
avons voulu observer le comportement du critère dans le cas où l’intégrale (4.3) est tronquée et
s’écrit

1

σn(x)
√
2π

∫ b

a
dnMm(y) exp

{
−(y − µn(x))2

2σ2n(x)

}
dy
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(ce qui revient à travailler avec la sortie Yn1[a,b](Yn)). On souhaiterait que a et b correspondent
aux bornes du domaine atteignable par la sortie ([a, b] = f(X )) : en effet, prendre des bornes
infinies conduit à tenir compte de prédictions situées hors du domaine atteignable, et ainsi
à sur-échantillonner les bords du domaine ; au contraire, prendre des bornes trop resserrées
empêche l’algorithme d’explorer les bornes du domaine atteignable par la sortie. Si ces bornes
sont connues a priori, il n’y a pas de problème, mais malheureusement les limites du domaine
de sortie seront inconnues en pratique. Nous avons ainsi testé, en plus du cas où l’intégrale
(4.3) n’est pas tronquée, le cas où elle est tronquée aux vraies bornes (supposées connues)
du domaine, et le cas où elle est tronquée au minimum et au maximum des valeurs observées
(a = mini=1,...,n yi, b = maxi=1,...,n yi).

Observons sur la figure 5.3 l’allure du critère maximin, que l’on cherche à maximiser. Les
points du plan courant P1 sont localisés aux cercles pleins bleus. On remarque, au vu de la forme
de la surface, que le critère ne se résume pas à une distance mais que l’incertitude est aussi prise
en compte.
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Figure 5.3 – Critère maximin, avec la fonction-test f1 et le plan initial P1. Les points du plan
courant P1 sont les cercles pleins bleus, le maximum du critère est situé au triangle noir.

Nous pouvons comparer sur la figure 5.4 les plans finaux obtenus avec le critère de diversité
maximin pour la fonction f6 et le plan initial n°10 dans les trois configurations : non tronqué (en
haut), tronqué aux vraies bornes du domaine de sortie (au milieu) et tronqué à chaque itération
aux bornes observées (en bas). Cet exemple est représentatif de ce que l’on a pu observer pour
l’ensemble des 6 fonctions et des 20 plans initiaux. La répartition des entrées est affichée dans la
partie gauche, où les pointillés représentent les lignes de niveau de la fonction f6, les points du plan
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initial sont représentés par des cercles pleins et les points ajoutés par leur numéro d’apparition
(de 10 à 20). Les valeurs des sorties en fonction de leur ordre d’apparition sont représentées dans
la partie droite de la figure, où les points initiaux sont désignés par des cercles pleins et les points
ajoutés par des étoiles. L’axe des ordonnées est limité au domaine atteignable par les sorties. On
peut observer que le critère maximin non tronqué explore davantage le domaine atteignable en
sortie que les critères tronqués (l’ensemble du domaine est décrit par les étoiles en haut à droite),
alors que le critère tronqué aux bornes observées (noté O sur la figure, en bas) n’explore pas
au-delà des valeurs de sorties observées, ce qui fait qu’on ne dépasse jamais la plage des valeurs
décrites par les sorties du plan initial. En ce qui concerne la position des facteurs d’entrée, on
constate qu’ils sont d’autant plus concentrés que le critère est tronqué.

Cet exemple pourrait laisser penser que le critère non tronqué est très efficace. Cependant,
nous avons observé des cas où il a tendance à chercher les bornes du domaine de sortie de façon
très fine, ce qui fait qu’un nombre conséquent d’observations peuvent être situées proches des
bornes du domaine atteignable, alors que ces essais auraient pu être utilisés pour échantillonner
le domaine des sorties plus uniformément. Observons la figure 5.5, obtenue pour la fonction
f5 et le plan initial n°13, avec le plan final obtenu par le critère non tronqué en haut et par
le critère tronqué aux vraies bornes du domaine de sortie en bas. On peut voir en haut à
droite qu’une grande partie des observations est proche du minimum atteignable par les sorties.
Ce comportement s’explique par le fait suivant : supposons qu’au point x, la prédiction soit
située en-deça du domaine atteignable par les sorties. La diversité en x est alors inférieure à
(mini=1...,n yi − ŷ(x))/2, qui sera d’autant plus grand que la prédiction est mauvaise. Le critère
non tronqué perd donc une grande partie de son efficacité quand le modèle de krigeage est
imprécis. Nous remarquons en haut à gauche que le critère non tronqué explore alors le domaine
d’entrée.

Le critère qui s’est révélé satisfaisant dans tous les cas est le critère de diversité maximin
tronqué aux vraies valeurs (noté V sur les figures). Celui-ci nécessite cependant la connaissance
préalable des bornes atteignables par les réponses, ou au moins une idée de celles-ci.
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Figure 5.4 – Comparaison des critères de diversité maximin : sans troncation (haut), tronqué
aux vraies bornes des sorties (milieu), tronqué aux bornes observées à chaque itération (bas),
pour la fonction-test f6 et le plan initial P10.
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Figure 5.5 – Un cas où le critère de diversité maximin non tronqué n’est pas satisfaisant (haut),
le cas correspondant obtenu en utilisant le critère tronqué aux vraies bornes des sorties (bas),
avec la fonction-test f5 et le plan initial P13.
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5.2.2.2 Critère de diversité de Tsallis

Dans le cas du critère de diversité utilisant l’entropie de Tsallis (§ 4.1.6), nous avons vu en
(4.13) que le nouveau point s’obtient par

x∗ = argmin
x∈GX

1√
σ2n(x) + 2h2

n∑

i=1

exp

{
− (yi − µn(x))2
2(σ2n(x) + 2h2)

}
,

où y1, . . . , yn sont les sorties observées, µn(x) et σ2n(x) sont respectivement la moyenne et la
variance de krigeage au point x, et la valeur du pas h est à choisir. On peut le déterminer a
priori ou le calculer en fonction des données, en utilisant par exemple la formule empirique (4.7).

Observons sur la figure 5.6 l’allure de l’opposé du critère de Tsallis quand h = 10−2 (haut)
et h = 0.5 (bas). Les points du plan courant sont les cercles pleins bleus, localisés aux « pics
renversés » de la surface au-dessus, où le critère de Tsallis a été tronqué car il prend des valeurs
très élevées. On peut remarquer que le critère est assez similaire au critère maximin de la figure
5.3 quand h = 10−2, dans le sens où ses pics sont aussi situés aux points du plan courant et
où le critère n’est pas une simple distance aux observations. Par contre, pour une valeur du pas
grande (ici h = 0.5, figure du bas), le critère n’est pas satisfaisant car ici le maximum est localisé
en un point du plan.

Les plans finaux obtenus avec le critère de Tsallis pour trois valeurs du paramètre h sont
représentés sur la figure 5.7. En haut, les sorties ont été ramenées à [0, 1] à chaque itération et le
paramètre a été fixé à h = 10−2 ; au milieu, h a été recalculé à chaque itération par la formule
empirique (4.7)

hemp = max
i=1,...,n−1

y(i+1) − y(i)
6

,

et en bas h est recalculé à chaque itération par la règle de mise à l’échelle normale (4.6)

ĥNS = σ̂

(
4

3n

)1
5

,

avec σ̂ l’écart-type empirique de l’échantillon {y1, . . . , yn}. Les valeurs de h utilisées grandissent
du haut au bas de la figure et leurs évolutions sont illustrées sur la figure 5.8. La fonction et
le plan initial utilisés sont les mêmes que pour la figure 5.4, respectivement f6 et le n°10. Cet
exemple particulier reflète ce que l’on a pu observer pour l’ensemble des 6 fonctions et des 20
plans initiaux. La répartition des entrées du plan final est à gauche sur la figure, les pointillés
représentant les lignes de niveau de la fonction f6, les points du plan initial étant représentés par
des cercles pleins et les points ajoutés par leur numéro d’apparition, de 10 à 20. À droite sur la
figure sont représentées les valeurs des sorties observées en fonction de leur ordre d’apparition, les
points initiaux sont désignés par des cercles pleins et les points ajoutés par des étoiles. L’axe des
ordonnées est limité au domaine atteignable par les sorties. On remarque qu’une petite largeur
de fenêtre h = 10−2 a tendance à concentrer les points dans le domaine d’entrée (en haut à
gauche), alors qu’une grande valeur du pas à tendance à explorer davantage le domaine d’entrée
(au milieu et en bas à gauche). Exceptés les points 16 et 18 pour hemp, et 17 et 20 pour hNS,
situés en-dehors du groupe, les trois valeurs de pas h donnent à peu près les mêmes valeurs
en entrée. Cependant, cette exploration du domaine d’entrée se révèle ici inutile car en ces 2
points les valeurs de sortie sont proches d’une valeur déjà observée. Nous avons généralement pu
observer qu’une petite valeur de pas garantit que les points sont répartis « assez uniformément »
en sortie, mais ceux-ci recouvrent parfois une zone plus restreinte que lorsque la valeur de pas
est grande, où les sorties occupent un plus grand espace mais de façon moins uniforme.
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Si l’on compare avec les critères maximin de la figure 5.4, où la fonction-test et le plan initial
sont identiques, on remarque que le critère de diversité maximin tronqué aux vraies bornes des
sorties place les points de façon assez similaire aux critères de Tsallis (qui ne nécessitent pas de
connaissance des bornes atteignables en sortie). Nous avons observé ce type d’analogie entre les
deux critères sur l’ensemble des cas testés.
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Figure 5.6 – Opposé du critère de Tsallis, avec la fonction f1 et le plan initial P1, selon la
largeur de fenêtre : h=0.01 (haut) et h=0.5 (bas). Les points du plan courant P1 sont les cercles
pleins bleus, le maximum du critère est situé au triangle plein noir dans les deux cas.
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Figure 5.7 – Comparaison des critères de diversité de Tsallis : h = 10−2 (haut), hemp calculé à
chaque itération (milieu), hNS calculé à chaque itération (bas), pour la fonction-test f6 et le plan
initial P10.
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Figure 5.8 – Evolution des largeurs de fenêtres h en fonction du nombre de points ajoutés au
plan initial.
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5.2.2.3 Variance de krigeage

Afin de s’assurer qu’il était bien utile de définir les critères de diversité précédents, nous
avons testé l’algorithme séquentiel en utilisant le critère classique de variance de krigeage. Le
point ajouté à chaque itération est

x∗ = argmax
x∈GX

σ2n(x).

Sur la figure 5.9, en haut, sont tracées les entrées et sorties du plan final correspondant à la même
fonction et au même plan initial que pour la figure 5.4 et la figure 5.7. Nous pouvons remarquer
qu’à l’inverse des critères précédents, les entrées sont ici très dispersées : on a construit un
plan remplissant l’espace. Les sorties sont dispersées, mais sont souvent proches de valeurs déjà
obtenues. Un cas extrême est présenté au bas de la figure 5.9, où sont utilisées la fonction f4
et le plan initial n°10, et l’on constate que des valeurs d’entrée éloignées les unes des autres (à
gauche) ne garantissent pas d’obtenir des valeurs de sortie bien réparties. Le critère de variance
de krigeage n’est donc pas satisfaisant pour notre étude.
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Figure 5.9 – Ajout du nouveau point au maximum de la variance de krigeage, pour la fonction-
test f6 et le plan initial P10 (haut), et pour la fonction-test f4 et le plan initial P10 (bas).
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5.2.2.4 Critère de Tsallis modifié

Nous testons finalement le critère de Tsallis avec prise en compte des contraintes de mesures
groupées et de retard, présentées au § 4.2.3.3. Dans un premier temps, nous ajoutons 2 points
à la fois au plan courant. Puis nous introduisons un retard d’arrivée des mesures. Les résultats
présentés sont assez sommaires et incomplets car nous n’avons pas résolu le problème lié au coût
de calcul de la méthode : dans le cas d’une mesure à la fois, l’optimisation consistait à chercher
l’optimum sur une grille, ce qui est un problème simple de tri ; dans le cas de plusieurs mesures
à la fois, avec l’approche exacte de Tsallis, il faut chercher la série de points de la grille réalisant
l’optimum du critère, ce qui est un problème d’optimisation multi-entrées beaucoup plus coûteux
en temps de calcul. L’approche simplifiée présentée au § 4.2.3.4 conduit à chercher les meilleurs
optima locaux sur la grille, ce qui est aussi un problème simple de tri. Cette approche s’est
heureusement révélée satisfaisante dans le cas de 5 entrées et 2 sorties.

Ajout de 2 points à la fois. Nous ajoutons à chaque itération le meilleur couple de points
pour le critère de Tsallis. L’optimisation se fait maintenant sur le domaine d’entrée discrétisé
en une grille régulière de taille 41 × 41 points, car la recherche de l’optimum du critère pour
deux entrées en même temps est très coûteuse en temps de calcul. Nous n’avons pu mener
l’algorithme jusqu’à son terme que pour un nombre restreint de plans initiaux et de fonctions-
test. Les remarques que nous faisons ici sont représentatives de ce qui a été observé.

Sur la figure 5.10 nous avons représenté le plan final obtenu par ajout de points par paquets
de 2, pour la fonction f1 et le plan initial n°1. Nous pouvons remarquer à gauche que les points
sont assez proches dans le domaine d’entrée, et plutôt bien répartis dans le domaine de sortie.
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Figure 5.10 – Critère de Tsallis avec prise en compte de mesures effectuées 2 par 2, pour la
fonction-test f1 et le plan initial P1.

Comparons avec la figure 5.11, où les points ont été ajoutés 1 par 1 (avec le domaine d’entrée
discrétisé en une grille de taille 201 × 201). On constate que le positionnement des sorties n’est
pas beaucoup dégradé par rapport à l’ajout de points 1 par 1.

Si l’on compare finalement avec l’approche simplifiée présentée en 4.2.3.4 (figure 5.12), on
constate que la répartition des sorties est relativement satisfaisante, même si la partie inférieure
du domaine atteignable par les sorties n’est pas explorée.
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Figure 5.11 – Plan final obtenu par ajout de points 1 par 1 avec critère de diversité de Tsallis,
pour la fonction-test f1 et le plan initial P1.
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Figure 5.12 – Plan final obtenu par ajout de 2 points à la fois avec critère de diversité de Tsallis
simplfié, pour la fonction-test f1 et le plan initial P1.



Chapitre 5 Mise en œuvre pratique et résultats 145

Ajout de 2 points à la fois avec retard. Voyons enfin comment sont répartis les points
quand les points sont ajoutés par paquets de 2 avec retard d’arrivée des mesures. Le cas
correspondant à la fonction f1 et au plan initial n°1 est représenté sur la figure 5.13. On peut
remarquer que la position des points en sortie est nettement dégradée par rapport au cas sans
retard de la figure 5.10 (la première série de points est identique à celle de la figure 5.10, ce qui
est normal puisqu’elle est déterminée de la même manière). Nous avons observé que les résultats
sont sensibles à la taille de la grille, il serait donc intéressant de pouvoir tester l’approche avec
une grille plus fine une fois le problème de temps de calcul résolu. Pour une comparaison avec
l’approche simplifiée du paragraphe 4.2.3.4, voir la figure 5.14.
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Figure 5.13 – Critère de Tsallis avec prise en compte de mesures effectuées 2 par 2 et retard
d’arrivée des résultats, pour la fonction-test f1 et le plan initial P1.
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Figure 5.14 – Plan final obtenu par ajout de 2 points à la fois et retard, avec critère de diversité
de Tsallis simplfié, pour la fonction-test f1 et le plan initial P1.

Une recherche plus poussée est nécessaire pour résoudre les problèmes pratiques que nous
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avons rencontré lors de l’optimisation, concernant notamment les problème de conditionnement
des matrices de covariance, plus importants que dans le cas sans retard : un changement de la
fonction de covariance est sans doute nécessaire (la covariance de Matérn, donnant des matrices
de covariance numériquement plus stables, est à considérer). Un algorithme d’optimisation plus
efficace qui n’évaluerait pas le critère de diversité pour tous les points de la grille pourrait
diminuer le temps de calcul.
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5.2.3 Inversion du système

Nous nous intéressons maintenant aux prédictions inverses. Rappelons le but de la
modélisation tel qu’il avait été défini dans l’introduction du chapitre 4 : après avoir effectué
l’ensemble des essais x1, . . . , xN et observé le vecteur de réponses Y N = t(y1, . . . , yN ), on souhaite,
pour une valeur de la réponse y ∈ Y donnée, être capable de déterminer une entrée xy ∈ X telle
que f(xy) ≈ y. La fonction suivante avait été introduite pour mesurer la distance entre la valeur
(inconnue) de la réponse en un point x et la valeur y,

ζN (x, y) = E

[
(Y (x)− y)2

∣∣Y N
]

= EQM(x) + (ŷ(x)− y)2,

avec ŷ(x) la prédiction en x et EQM(x) l’erreur quadratique moyenne associée. Nous avions
défini la prédiction inverse de y par

xy = argmin
x∈X

ζN (x, y),

qui est le point où l’on va observer si l’on souhaite obtenir une réponse proche de y, au sens de
la « distance » ζN (·, ·). On notera désormais ζN (y) = ζN (xy, y). Nous allons comparer les plans
finaux obtenus par les critères maximin et de Tsallis en utilisant la quantité

Iζ(x1, . . . , xN ) =

∫

Y
ζN (y) dy,

qui est une version a posteriori du critère de construction de plans d’expériences (impossible à
mettre en œuvre) présenté dans l’introduction du chapitre 4.

Dès lors que les mesures ont été effectuées, il est cependant possible de calculer l’écart effectif
entre la valeur de la réponse en xy et y,

∆N (y) = (f(xy)− y)2.

Une mesure de la précision effective des réponses aux prédictions inverses est alors donnée par
la quantité

I∆(x1, . . . , xN ) =

∫

Y
∆N (y) dy.

Les valeurs de Iζ et I∆ sont tracées sur la figure 5.15 pour chacune des 6 fonctions-test et des
20 plans initiaux, et pour chacun des critères d’ajout, maximin (bleu), Tsallis (vert) et variance
de krigeage (rouge). Ces valeurs ont été calculées par discrétisation du domaine de sortie en
201 points espacés régulièrement et du domaine d’entrée en une grille de taille 801 × 801 (afin
d’avoir une bonne précision de la prédiction inverse pour un temps de calcul raisonnable), puis
en approximant Iζ et I∆ par la moyenne de ζN (y) et ∆N (y) en ces 201 points. Les valeurs
approchées de Iζ et I∆ ainsi obtenues ont ensuite été normalisées en les divisant, pour chaque
fonction-test fi, par (max(fi)−min(fi))

2. Observons que l’ordre de grandeur de Iζ et I∆ est le
même. On remarque que le critère de variance de krigeage est globalement bien meilleur pour
les fonctions-test f1 et f3, en raison du fait que le maximum atteignable par les sorties a été
observé. Ceci s’explique par le fait que le critère du maximum de variance a tendance à explorer
aux bords du domaine d’entrée, or le point où les fonctions-test f1 et f3 atteignent leur maximum
est situé au bord du domaine d’entrée (figure 5.1). C’est pour cette seule raison que le critère
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de variance est ici le plus performant pour ces deux fonctions-test. Les critères maximin et de
Tsallis sont plus performants (environ dans les mêmes proportions) pour la fonction-test f2. Pour
les fonctions-test f4 et f5, très difficiles à modéliser car présentant des variations brusques, les
critères maximin et de Tsallis sont bien plus performants que le critère de variance. Pour la
fonction f6 qui présente un pic très difficile à modéliser, les performances des critères d’ajout
sont difficiles à comparer, mais à peu près équivalentes. Un fait marquant est observé pour le
critère de variance de krigeage appliqué aux fonctions-test f4 et f5, où les valeurs de I∆ sont
plus grandes que celles de Iζ pour f4, et plus petites pour f5. Dans le premier cas, le modèle de
krigeage est plus fiable que ce qu’il semble pour la recherche des prédictions inverses, alors que
dans le deuxième cas les prédictions inverses sont bien moins précises que prévu par le modèle.

Sur les figures 5.16 et 5.17, la position des prédictions inverses ainsi que les fonctions ζN et
∆N sont tracées, pour la fonction-test f1 et le plan initial P1 et la fonction-test f4 et le plan
initial P10 respectivement. Pour faciliter la recherche des prédictions inverses, le domaine d’entrée
a été discrétisé en une grille régulière de taille 801 × 801 et le domaine de sortie en 201 points
espacés régulièrement. Les plans finaux utilisés correspondent au critère maximin tronqué aux
vraies bornes de sorties (en haut), au critère de Tsallis avec h = 10−2 (milieu) et au critère
de variance de krigeage (bas). Nous pouvons remarquer, en observant la partie gauche, que les
prédictions inverses (les points) sont très concentrées pour les critère maximin et de Tsallis (pour
lequel elles sont toutes situées sur une ligne dans le cas f4/P10), et plus éparses pour le critère
de variance. Les fonctions ζN (colonne du milieu) et ∆N (colonne de droite) s’écartent de 0 dans
les zones où des réponses n’ont pas été observées. Dans le premier cas, on constate que le critère
de variance est plus efficace car (par chance) en répartissant les points dans le domaine d’entrée,
les observations correspondantes sont bien réparties dans le domaine de sortie, alors que par les
critères maximin et de Tsallis les grandes valeurs de sortie n’ont pas été échantillonnées. Dans le
deuxième cas, on constate que le critère de variance est bien plus mauvais du fait que le domaine
de sortie n’est pas bien échantillonné.

Nous avons essayé de combiner les critère maximin et de Tsallis avec le critère de variance : le
premier point est ajouté au maximum de la variance de krigeage, puis, alternativement, un point
est ajouté à l’optimum du critère de puis au maximum du critère de variance. Les valeurs de Iζ
et I∆ obtenues sont tracées sur la figure 5.18, où l’on constate, par comparaison avec la figure
5.15, que cette façon de procéder améliore les performances des deux critères pour les fonctions
f1 et f3 où ils étaient moins performants que le critère de variance, mais les font globalement
empirer dans les autres cas : avec le peu de mesures dont on dispose, il semble que les critères de
diversité soient les plus à même à répondre au problème posé, mais il faut se poser la question
de la recherche des bornes du domaine de sortie.
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Figure 5.15 – Valeurs de Iζ et I∆ correspondant aux 120 plans finaux obtenus par le critère
maximin (en bleu), de Tsallis (en vert) et de variance de krigeage (rouge). Pour chaque fonction-
test, les valeurs sont ordonnées dans l’ordre croissant des plans (de P1 à P20).
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Figure 5.16 – Inversion du système à partir du plan final obtenu pour le critère maximin avec
bornes connues (haut), Tsallis avec h = 10−2 (milieu), et variance de krigeage (bas), avec la
fonction-test f1 et le plan initial P1.
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Figure 5.17 – Inversion du système à partir du plan final obtenu pour le critère maximin avec
bornes connues (haut), Tsallis avec h = 10−2 (milieu), et variance de krigeage (bas), avec la
fonction-test f4 et le plan initial P10.
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Figure 5.18 – Valeurs de Iζ et I∆ correspondant aux 120 plans finaux obtenus par le critère
maximin (en bleu), de Tsallis (en vert), avec pour chaque critère un point sur deux ajouté au
maximum de la variance de krigeage. Pour chaque fonction-test, les valeurs sont ordonnées dans
l’ordre croissant des plans (de P1 à P20).
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5.3 Cas où la fonction inconnue a 5 entrées et 2 sorties

Nous présentons maintenant l’algorithme tel qu’il est mis au point dans le cas de 5 entrées et
2 sorties. Afin de tester ses performances, une fonction, que l’on espère représentative du système
physique, a été construite à partir d’un nombre limité de données obtenues sur un système très
proche du système étudié. Nous allons lancer la procédure séquentielle sur cette fonction.

Le choix ainsi que la construction du plan initial retenu dans le cas de 5 facteurs d’entrée
sont expliqués dans un premier temps. Puis, nous traitons de l’implémentation des critères
de diversité dans l’algorithme ainsi que des particularités liées au fait qu’il y a maintenant 2
sorties. Finalement, nous donnons les résultats des tests effectués et constatons que l’approche
simplifiée présentée en 4.2.3.4 donne en pratique des résultats satisfaisants pour les deux critères
de diversité.

Notons que, pour des raisons de temps de calcul dues à l’augmentation des dimensions du
problème, nous ne présentons pas de résultats liés à l’inversion du système tels que ceux du
paragraphe 5.2.3 : les comparaisons des performances des critères se font en terme de répartition
des sorties observées.

5.3.1 Fonction-test et plan initial

La fonction-test, construite à partir de données réelles, ne s’écrit pas sous une forme
analytique simple. Nous illustrons ci-dessous ses variations afin de montrer sa complexité. Sur les
figures suivantes sont représentées les courbes des sorties en fonction d’une entrée donnée, pour
différentes valeurs du ratio Si/Al, les 3 entrées restantes étant fixées.
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Figure 5.19 – Surface spécifique en fonction du pH, pour différentes valeurs du ratio Si/Al.
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Figure 5.20 – Surface spécifique en fonction de la température, pour différentes valeurs du ratio
Si/Al.
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Figure 5.21 – Surface spécifique en fonction de la concentration, pour différentes valeurs du
ratio Si/Al.
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Figure 5.22 – Surface spécifique en fonction de la durée d’ajout, pour différentes valeurs du
ratio Si/Al.
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Figure 5.23 – Volume mésoporeux en fonction du pH, pour différentes valeurs du ratio Si/Al.
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Figure 5.24 – Volume mésoporeux en fonction de la température, pour différentes valeurs du
ratio Si/Al.
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Figure 5.25 – Volume mésoporeux en fonction de la concentration, pour différentes valeurs du
ratio Si/Al.
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Figure 5.26 – Volume mésoporeux en fonction de la durée d’ajout, pour différentes valeurs du
ratio Si/Al.
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En ce qui concerne le choix du plan initial utilisé pour les tests (qui sera ensuite utilisé comme
première série de mesures du système physique), nous nous intéressons tout d’abord au nombre
de points qu’il doit contenir. Lors d’une procédure d’optimisation séquentielle, le choix de la
taille du plan initial est importante : il s’agit de ne pas faire trop d’essais au départ, afin de ne
pas « gâcher » des expériences que l’on pourrait faire de façon plus avisée ensuite en utilisant le
modèle, mais il importe tout de même de disposer d’une quantité suffisante de points afin que le
modèle initial ne soit pas trop mauvais. Sachant que l’on va disposer d’un budget d’environ 500
essais au total, le choix d’une cinquantaine de points a été choisie pour le plan initial.

Ayant remarqué que le modèle de krigeage est meilleur si l’on connaît les valeurs du système
aux coins du domaine expérimental, il a été décidé d’inclure tous les coins du cube de dimension
5 au plan initial, ce qui fait déjà 25 = 32 points. Les 16 points restants sont définis en
s’inspirant des tableaux orthogonaux (§ 3.1.1.2) : nous souhaitons construire un plan dont les
projections d-dimensionnelles soient toutes identiques, pour d = 1, . . . , 4. Si l’on ramène le
domaine expérimental à [0, 1]5, les 16 points ajoutés aux 32 coins sont les suivants,

1

3
×




1 1 1 1 1
1 1 1 2 2
1 1 2 1 2
1 1 2 2 1
1 2 1 2 2
1 2 1 2 1
1 2 2 1 1
1 2 2 2 2
2 1 1 1 2
2 1 1 2 1
2 1 2 1 1
2 1 2 2 2
2 2 1 1 1
2 2 1 2 2
2 2 2 1 2
2 2 2 2 1




.

Les projections selon 2 et 3 coordonnées du plan ci-dessus complété avec les 32 coins sont
représentées sur la figure (5.27).

Remarque 5.3.1 Le plan dual, obtenu en échangeant les valeurs 1/3 et 2/3, se projette de façon
identique.

Nous disposons donc d’un plan initial contenant 48 points.

5.3.2 Tests

Nous allons maintenant comparer les critères de diversité dans les dimensions du problème
réel, en utilisant la fonction-test et le plan initial présentés précédemment. Rappelons qu’en
pratique, les observations sont entâchées de bruit de mesure, se font par séries de 6 et les résultats
des mesures arrivent avec un retard d’une série.

Nous présentons dans un premier temps les modifications de l’algorithme effectuées pour
prendre en compte cette nouvelle configuration. Puis, nous comparons les deux critères de
diversité, en ajoutant tout d’abord les points un par un sans bruit de mesure, puis avec bruit, et
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Figure 5.27 – Projections selon 2 et 3 facteurs des points du plan initial.

enfin par séries de 6 avec retard. En raison de l’augmentation du temps de calcul, nous aurons
recours à l’approche simplifiée présentée au paragraphe 4.2.3.4

5.3.2.1 Modifications de l’algorithme

L’algorithme a dû être adapté au cas de 5 entrées et 2 sorties, car l’optimisation se fait
maintenant sur un plus grand nombre de points, et les calculs de diversité se font différemment
dans le cas de deux sorties pour le critère maximin (pas de formule analytique).

Discrétisation du domaine d’entrée. Nous avons dans un premier temps essayé de faire
de l’optimisation globale du critère de diversité en utilisant les polyèdres de Delaunay (§ J.1) :
des optimisations locales sont effectuées avec pour valeurs initiales les centres des polyèdres
de Delaunay construits à partir de l’ensemble des observations, puis le meilleur optimum local
obtenu est considéré comme réalisant l’optimum global du critère. Cependant, cette façon de
procéder est très coûteuse en temps de calcul dans le cas de 5 entrées, car le nombre de polyèdres
de Delaunay augmente très rapidement avec le nombre de points du plan (voir la figure J.2, où
est tracée l’évolution du nombre de polyèdres en fonction du nombre de points), et donc avec
lui le nombre d’optimisations locales à effectuer à chaque ajout de point. Afin de remédier à
cette difficulté, que l’on peut rattacher au fléau de la dimension [92], nous nous sommes résolus
à discrétiser le domaine d’entrée en une grille GX . Ainsi, à chaque itération de l’algorithme, c’est
simplement le point de la grille optimisant le critère de diversité qui est ajouté au plan courant.
La grille a été choisie après discussion avec l’expérimentateur, qui s’est basé sur sa connaissance
du système ainsi que sur la précision avec laquelle il peut obtenir les valeurs de facteurs d’entrée :
la grille contient 13× 17× 13× 6× 5 = 86190 points.

Calcul des prédictions par krigeage. Le calcul de la moyenne et de la variance de krigeage
aux points de la grille se fait vectoriellement par appel de la routine predictor de DACE, qui a
pour argument d’entrée l’ensemble des points de la grille. L’augmentation du nombre de points
par rapport au cas de 2 entrées fait que le temps de calcul augmente de façon notable. Afin de
contourner ce problème, nous avons choisi d’appeler séquentiellement la routine predictor avec
pour argument d’entrée des sous-ensembles disjoints de points de la grille, dont la taille a dû
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être choisie. Faire les calculs point par point étant coûteux en raison du grand nombre d’appels
de la routine, il a fallu trouver un compromis. Nous avons remarqué que prendre des séries de
1000 points est un compromis raisonnable (aller au-delà de 1000 points à la fois rallonge le temps
de calcul). Les 2 sorties sont modélisées de façon indépendante, ce qui signifie qu’un modèle de
krigeage est construit séparément pour chacune des deux sorties.

Inclusion de bruit de mesure. Il est possible en théorie d’inclure et d’estimer un bruit de
mesure dans le modèle de krigeage (voir le § 2.4). En pratique, le nombre de données d’observation
relativement faible ainsi que la complexité du système étudié font qu’il est peu raisonnable
d’espérer obtenir une estimation précise du bruit. En conséquence, la variance du bruit de mesure
a été estimée dans un premier temps : un modèle quadratique de la variance des réponses a été
construit en se servant de l’expertise de l’expérimentateur, puis ses paramètres ont été estimés
en utilisant un plan d’expériences. Le bruit de mesure est donc supposé connu.

La routine DACE a été modifiée pour pouvoir inclure un bruit de mesure connu dans le modèle
de krigeage, et estimer les paramètres en remplaçant les formules du maximum de vraisemblance
par celles données au paragraphe 2.4. Le reste de la routine n’a pas été modifié.

Calcul de la diversité pour le critère maximin. Pour l’évaluation du critère de diversité
(4.16), la méthode de calcul proposée basée sur une évaluation numérique à l’intérieur des cellules
de Voronoi s’est révélée trop coûteuse en temps de calcul. En pratique, le domaine des sorties
(supposé connu) est discrétisé en une grille de taille 100 × 100, et l’intégrale (4.16) est évaluée
en prenant la moyenne de l’intégrande sur les points de la grille. La précision de la méthode n’a
pas été évaluée, mais nous avons remarqué qu’en pratique l’optimum obtenu par cette méthode
est le même que celui obtenu à partir de l’intégration numérique, et le gain en temps de calcul
est conséquent. L’algorithme Matlab appelle une routine Fortran qui effectue le calcul ci-dessus,
ce qui accélére encore le temps de calcul.

5.3.2.2 Comparaison des résultats selon le critère utilisé

Nous testons maintenant les critères de diversité dans les conditions réelles. Afin de comparer
l’efficacité des critères dans le cas de 2 sorties, les points sont tout d’abord ajoutés 1 par 1 au
plan initial contenant 48 points jusqu’à atteindre 500 points, puis nous comparons la répartition
finale des sorties et des entrées. Un bruit de mesure est ensuite incorporé au modèle de krigeage,
et l’on constate qu’une grande proportion d’observations sont répétées, ce qui va nous conduire
à utiliser la réinterpolation (§ 2.4.2) afin de garantir que les observations ne seront pas répétées.
Nous comparons finalement les deux critères dans le cas bruité où les observations se font par
paquets de 6 et les résultats des mesures arrivent avec retard.

Points ajoutés 1 par 1 sans bruit de mesure. Les 500 valeurs de sortie du plan final
sont représentées sur la figure 5.28, pour le critère maximin (haut) et le critère de Tsallis (bas),
où les cercles pleins représentent les 48 points du plan initial, les croix les 452 points ajoutés,
et le fond gris est le domaine de sortie f(GX ) atteignable par les points de la grille d’entrée (on
ne peut pas espérer obtenir des valeurs en-dehors de cette zone). Comme on peut le constater,
le critère maximin répartit plutôt bien les points, à part dans la zone située à droite, mais la
fonction étant très compliquée, le modèle de krigeage est imprécis. L’ensemble du domaine est
exploré, mais rappelons que les bornes du domaine atteignable sont supposées connues. Le critère
de Tsallis a été utilisé avec une valeur du paramètre h = 10−2 afin de s’assurer qu’il soit bien
discriminant, en utilisant la formule de la remarque 4.2.3. Nous pouvons observer dans la partie
basse de la figure que les points ajoutés avec le critère de Tsallis semblent moins bien répartis,
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et surtout sont très concentrés dans la partie basse du domaine où il y a déjà de nombreuses
observations du plan initial (cercles pleins). Bien que les bornes du domaine atteignable en sortie
soient supposées inconnues ici, le critère a bien exploré les bords du domaine ce qui est très
satisfaisant. Le critère de Tsallis a l’avantage d’être plus économe en temps de calcul : en effet,
le temps de calcul total est d’environ 34h10min pour le critère maximin (le dernier point a été
ajouté en 8min8sec), alors que le temps de calcul total est de 18h12min dans le cas du critère de
Tsallis (dernier point ajouté en 5min21s).

Comparons alors le placement des facteurs d’entrée correspondants, représentés sur la figure
5.29 et la figure 5.30. Le graphique de coordonnées (i, j) correspond dans les deux cas au facteur
xi en abcisse contre le facteur xj en ordonnée (ce qui explique la répartition diagonale des points
sur les graphiques de coordonnées (i, i)). Les cercles sont les points du plan initial, les étoiles les
points ajoutés. On remarque que le nombre des facteurs explorés est limité dans les deux cas (il
n’y a par exemple aucune observation correspondant à x4 = 20). Pour les 2 derniers facteurs x4
et x5, le petit nombre de niveaux observés s’explique en partie par la discrétisation grossière (6
et 5 niveaux respectivement).



Chapitre 5 Mise en œuvre pratique et résultats 162

Figure 5.28 – Sorties obtenues par les critères de diversité maximin et de Tsallis.
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Figure 5.29 – Placement des entrées, critère de diversité maximin.
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Figure 5.30 – Placement des entrées, critère de diversité de Tsallis.



Chapitre 5 Mise en œuvre pratique et résultats 165

Nous avons ensuite testé une détermination empirique du pas h pour le critère de Tsallis dans
le cas de 2 sorties. S’inspirant du pas empirique dans le cas d’une seule sortie, les termes de la
matrice Σ du corollaire 4.2.5 sont estimés en utilisant la formule empirique (4.7) pour chacune
des deux sorties,

σj = max
i=1,...,n−1

yj(i+1) − y
j
(i)

6
, j = 1, 2,

avec yj(i) la ie plus grande observation de la sortie numéro j. Les sorties du plan final correspondant
sont représentées sur la figure 5.31, et l’on constate que les résultats sont moins bons que sur
la figure 5.28 car les grandes valeurs de y2 ne sont pas explorées (la formule empirique n’est
pas satisfaisante car les pas calculés ne tiennent pas compte des distances entre les points mais
seulement des distances marginales entre leurs coordonnées).

Figure 5.31 – Sorties obtenues par diversité de Tsallis et hemp.
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Points ajoutés 1 par 1 avec bruit de mesure. En ajoutant systématiquement aux
observations de la fonction-test un bruit gaussien d’écart-type égal à 5% de la plage de variation
de chaque sortie, et utilisant un modèle de krigeage avec inclusion de ce bruit supposé connu,
nous avons obtenu avec les critères maximin et de Tsallis une liste de 500 points représentés sur
la figure 5.32, où les points du plan initial sont représentés par des cercles pleins et les points
ajoutés ensuite par des étoiles (le domaine atteignable étant le fond gris).

Nous constatons qu’il y a un grand nombre de répétitions : 336 observations ont été faîtes
en double sur les 500 dont nous disposons pour le critère maximin (ce qui ne laisse que 164
points différents dans le plan final), 219 sont en double pour le critère de Tsallis (ce qui ne laisse
que 281 points différents dans le plan final). Nous pensons que cela n’est pas acceptable pour
espérer obtenir un modèle relativement fiable du système, et appliquons donc la technique de
réinterpolation présentée en 2.4.2 : à chaque itération, le modèle de krigeage obtenu est modifié de
sorte que la variance de prédiction soit nulle aux observations, garantissant ainsi la non-répétition
des observations. Les plans finaux obtenus sont représentés sur la figure 5.33. Les sorties ne sont
alors pas aussi bien réparties que dans le cas sans bruit de la figure 5.28 (ce qui est raisonnable),
mais on observe, pour le critère maximin, une nette amélioration dans le remplissage de l’espace
par rapport au cas bruité sans réinterpolation représenté sur la figure 5.32. Le critère de Tsallis
produit un plan final globalement meilleur.
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Figure 5.32 – Sorties obtenues par diversité maximin et de Tsallis avec un bruit de 5%.
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Figure 5.33 – Sorties obtenues par diversité maximin et de Tsallis, avec réinterpolation avec un
bruit de 5%.
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Points ajoutés 6 par 6, avec bruit de mesure et réinterpolation, et retard d’arrivée
des mesures. Nous comparons finalement le critère maximin et le critère de Tsallis dans les
conditions du problème réel, en utilisant l’approche simplifiée présentée au § 4.2.3. Afin de trouver
les 6 meilleurs optima locaux du critère de diversité, un algorithme d’optimisations locales
simultanées sur une grille a été utilisé : à partir d’un vecteur de points initiaux, l’algorithme
effectue des optimisations locales dans les directions de plus grande pente et retourne le vecteur
correspondant d’optima locaux. Ne pouvant utiliser comme points initiaux les centres des
polyèdres de Delaunay en raison de leur nombre prohibitif dans le cas de 5 entrées (voir le
§ J.1, figure J.2), nous choisissons de prendre comme points initiaux de la recherche les points
du plan courant. Nous avons considéré 75 étapes de planification et ajouté aux 48 points du
plan initial 75 séries de 6 points, ce qui fait un total de 48 + 6 × 75 = 498 points. Les résultats
obtenus par cette méthode sont présentés sur la figure 5.34, et sont très satisfaisants quel que
soit le critère utilisé. Le plan final obtenu avec le critère maximin est représenté en haut, celui
obtenu par le critère de Tsallis en bas. Dans les deux cas, les 48 points du plan initial sont
les cercles pleins et les 450 points ajoutés les étoiles. Le domaine atteignable, en fond gris, est
bien échantillonné dans les deux cas, avec les bords relativement bien atteints (les bords sont
plus nettement atteints avec le critère maximin, mais celui-ci intégre la connaissance des bornes
atteignables par les sorties). La répartition des points est plutôt satisfaisante si l’on considère le
petit nombre d’essais à disposition, même si tout le domaine n’est pas atteint, et il y a des zones
vides de points alors que d’autres contiennent une grande concentration de points. Le temps de
calcul total est bien moins important (d’un facteur au moins 4) que dans le cas où les points
étaient ajoutés 1 par 1, ce qui s’explique par le fait que l’on fait 6 fois moins d’optimisations.
Pour le critère maximin, le temps de calcul total est de 6h46min (la dernière série de points
ajoutée en 10min5s), alors que pour le critère de Tsallis le temps de calcul total est de 4h22s (la
dernière série de points ajoutée en 8min53s). Remarquons cependant que la dernière série de 6
points est ajoutée en plus de temps que le dernier point dans le cas 1 par 1 (page 161), car le
nombre d’optimisations locales à chaque itération augmente avec le nombre de points contenu
dans le plan (une initialisation est effectuée en chaque point du plan courant) et devient à terme
plus coûteux qu’un tri des valeurs du critère sur la grille des entrées.

En pratique, il est possible que l’on dispose d’un budget de moins de 500 mesures. C’est
pourquoi le remplissage du domaine de sorties pour 100, 200, 300 et 400 points est représenté
respectivement sur la figure 5.35 pour le critère maximin et sur la figure 5.36 pour le critère de
Tsallis. On peut constater que le remplissage du domaine devient rapidement satisfaisant dans
les deux cas.
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Figure 5.34 – Sorties obtenues par diversité maximin et de Tsallis, avec bruit de mesure de 5%,
essais par séries de 6 et retard d’arrivée des résultats.
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Figure 5.35 – Remplissage du domaine de sortie par diversité maximin, avec bruit de mesure
de 5%, essais par séries de 6 et retard d’arrivée des résultats.
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Figure 5.36 – Remplissage du domaine de sortie par diversité de Tsallis, avec bruit de mesure
de 5%, essais par séries de 6 et retard d’arrivée des résultats.
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Nous avons dans ce chapitre comparé les critères de diversité maximin et de Tsallis. Dans le
cas du critère maximin, les bornes du domaine atteignable en sortie étaient supposées connues, ce
qui rend la méthode applicable à condition d’avoir au moins une idée a priori des valeurs de ces
bornes. Le critère de Tsallis ne suppose pas ces bornes connues. Pour le choix de la valeur du pas,
nous l’avons fixé à h = 10−2, les sorties observées étant ramenées à [0, 1] à chaque itération. Le
critère maximin avec bornes connues donne les résultats les plus satisfaisants en ce qui concerne
la répartition finale des sorties, mais le critère de Tsallis donne aussi une répartition satisfaisante
et est plus économe en temps de calcul du fait qu’il se calcule analytiquement. Nous avons
testé une approche simplifiée donnant de bons résultats pratiques, mais peu satisfaisante sur le
plan théorique (réinterpolation, meilleurs optima locaux). L’approche théoriquement satisfaisante
présentée en 4.2.3.3 a été abordée en pratique dans le cas de 2 entrées et 1 sortie : le peu
de résultats obtenus semblent encourageants, mais il reste à mettre au point un algorithme
d’optimisation efficace et règler les problèmes de conditionnement des matrices de corrélation
dans le cas du retard d’arrivée des mesures, en utilisant par exemple une fonction de covariance
de Matérn du type (2.14) ou (2.15). Finalement, l’inversion du système à partir des plans finaux
obtenus à l’aide de ces critères d’ajout a été étudiée dans le cas de deux entrées et une sortie, et
il a été observé que les deux critères de diversité retenus sont pertinents pour la recherche des
facteurs d’entrée où la réponse est la plus proche d’une valeur cible donnée. Le problème de la
recherche des bornes du domaine atteignable par les sorties reste cependant à étudier.
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Conclusions La première partie de ce travail a consisté en un exposé théorique des notions
utilisées dans ce mémoire.

Nous avons tout d’abord voulu écrire de façon claire et détaillée les liens bien connus existant
entre des méthodes telles que le krigeage, les splines, les ondelettes et les machines à vecteurs de
support. Après une brève introduction aux espaces de Hilbert à noyau reproduisant, l’énoncé
du théorème du représentant sous diverses formes a montré que ces méthodes consistent à
minimiser la somme d’un risque empirique et d’un terme de pénalisation. Il a ainsi été constaté
que le krigeage intrinsèque est équivalent aux splines « plaque mince » (lorsque le noyau est
conditionnellement semi-défini positif), et le fait que les machines à vecteurs de support forment
un cadre général regroupant les autres méthodes citées précédemment (notamment, la fonction
de risque empirique n’est pas nécessairement quadratique dans le cas de la SVR, mais le noyau
est supposé continu). Notre choix d’utiliser le krigeage pour modéliser le système a été motivé par
le fait qu’il permet d’évaluer naturellement l’incertitude (à travers le cadre probabiliste) pour
un coût de calcul moindre, ce qui nous a permis de prendre en compte l’erreur (quadratique
moyenne) de prédiction dans nos critères d’ajout.

Nous avons ensuite détaillé davantage l’exposé théorique concernant le krigeage, en
commençant par présenter les processus gaussiens qui forment la base probabiliste de la
méthode. Il a ainsi été constaté que la régularité des trajectoires dépend de la régularité
de la fonction de covariance. Puis, après quelques rappels de statistique, la définition du
prédicteur de krigeage en un point a été donnée ainsi que son expression analytique et celle
de l’erreur (quadratique moyenne) associée. Nous nous sommes ensuite intéressés aux qualités
des estimateurs du maximum de vraisemblance, dont les « bonnes » propriétés asymptotiques
dépendent généralement d’observations placées de plus en plus loin (i.e. dans un domaine de
taille croissante), ce qui ne correspond pas à la plupart des situations pratiques où le domaine
d’observation est borné. Il est rappelé que choisir une mauvaise fonction de covariance n’est pas
nécessairement un obstacle à la prédiction optimale, du moment que la fonction de covariance
choisie est compatible, en un certain sens, avec la vraie fonction de covariance. Finalement, les
modifications à intégrer au modèle de krigeage afin de prendre en compte le bruit de mesure ont
été présentées.

Le chapitre sur les plans d’expériences a conclu cette présentation théorique. Il s’agissait
plutôt de donner les idées générales intervenant dans la mise au point d’un plan d’expériences que
de rentrer dans les détails. Les plans remplissant l’espace (ou space-filling) dont la construction
est indépendante d’un modèle ont été présentés dans un premier temps. Ce type de plan peut
être utilisé lorsqu’on ne dispose d’aucune information a priori sur le système et que l’on souhaite
observer « un peu partout ». Nous avons retenu les hypercubes latins maximin pour leur facilité
de construction. Ensuite, une liste de plans d’expériences construits à partir d’un modèle a été
présentée. Il a ainsi été rappelé que les critères traditionnels (D-optimalité par exemple), définis
pour un modèle de régression classique, peuvent être généralisés pour un modèle de krigeage.

174
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Finalement, des critères d’ajout séquentiel de points utilisés pour l’optimisation globale d’une
fonction, issus de la littérature, ont été présentés. Nous nous sommes inspirés de ces critères pour
mettre au point des critères d’ajout visant à optimiser la diversité des réponses, critères présentés
dans la deuxième partie de ce travail.

Cette seconde partie a été consacrée à la mise au point d’un critère d’ajout dans le but
de maximiser la diversité des réponses (afin de pouvoir, par la suite, obtenir un ensemble de
points en entrée, les « prédictions inverses », permettant de bien prédire l’ensemble des valeurs
atteignables par les sorties). Dans un premier temps, des critères à base de discrépance, de
distance et d’entropie ont été testés dans le cas simple où l’on souhaite ajouter un point à un
ensemble existant de sorte que le nouvel ensemble obtenu soit aussi dispersé que possible. Des
essais préliminaires dans R ont permis de retenir deux critères, l’un à base de distance, l’autre
à base d’entropie (de Tsallis), qui ont ensuite été testés plus en détail. Chacun des deux critères
permet la prise en compte de l’incertitude donnée par le modèle de krigeage pour un coût de
calcul faible dans le cas d’une seule sortie. Dans le cas de deux sorties, le critère à base de
distance ne s’écrit plus sous forme analytique et doit être calculé en effectuant une intégration
numérique, ce qui allonge le temps de calcul. Le critère à base d’entropie de Tsallis s’écrit sous
forme analytique quel que soit le nombre de sorties. La mise en forme des critères afin de prendre
en compte les contraintes de l’étude (bruit, mesures effectuées plusieurs à la fois et retard d’arrivée
des résultats) a ensuite été discutée. Si le critère à base de distance ne s’adapte pas naturellement
à ces contraintes pratiques, il a été montré que c’est le cas pour le critère à base d’entropie de
Tsallis. Cependant, la mise en œuvre pratique peut s’avérer délicate, en raison notamment du
mauvais conditionnement des matrices de covariance et du coût de calcul inhérent à l’optimisation
d’un critère multi-variable (plusieurs points étant ajoutés à chaque étape). C’est pourquoi nous
avons finalement proposé une approche empirique qui permet en pratique d’utiliser les deux
critères dans le cadre du problème posé.

Le fonctionnement de l’algorithme d’optimisation a ensuite été détaillé. Un plan d’expériences
initial est enrichi séquentiellement, en utilisant un critère de diversité, jusqu’à avoir épuisé le
budget de mesures. La procédure a tout d’abord été mise au point dans le cas où le système a 2
entrées et 1 sortie. Des tests effectués sur une bibliothèque de plans initiaux et de fonctions-test
ont montré que le critère à base de distance donne les meilleurs résultats quand les bornes du
domaine de sortie sont connues (ce qui n’est pas le cas en pratique). Le critère à base d’entropie
de Tsallis donne des résultats satisfaisants quand ces bornes sont inconnues. Nous avons montré
la pertinence des critères d’ajout proposés en les comparant a la technique classique consistant
à ajouter séquentiellement des points au maximum de la variance de krigeage, technique qui ne
permet pas de construire un ensemble de réponses convenablement dispersées. Nous avons effectué
quelques tests avec le critère d’entropie de Tsallis en prenant en compte les contraintes pratiques
de l’étude (retards et expérimentations groupées). Les résultats obtenus sont satisfisants au
niveau de la répartition finale des réponses, mais l’optimisation du critère est coûteuse en temps
de calcul. En ce qui concerne les performances des prédictions inverses, nous avons observé que
les deux critères d’ajout proposés donnent des résultats satisfaisants, mais que la recherche des
bornes du domaine atteignable par les sorties devrait être incorporée à l’algorithme d’ajout. Nous
avons finalement mis au point la procédure d’ajout dans le cas où le système comporte 5 entrées
et 2 sorties (comme le système réel), et avons fait des tests sur un modèle physique du système.
Les deux critères de diversité ont donné des résultats satisfaisants lorsqu’on utilise l’approche
empirique en présence de retard et d’expérimentations groupées.
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Perspectives Il a été montré que le critère de diversité utilisant l’entropie de Tsallis s’adapte
naturellement en théorie aux contraintes de l’étude (retard et expérimentations groupées). D’un
point de vue pratique, celui-ci n’est cependant pas encore utilisable en raison du temps de
calcul élevé pour déterminer la prochaine série de points de mesure à chaque itération. Il serait
donc intéressant de mettre au point un algorithme de recherche plus efficace permettant de
trouver la solution dans un temps raisonnable. L’approche empirique proposée donne des résultats
satisfaisants en pratique, mais sa justification théorique reste à établir.

Nous avons observé que dans certains cas, les deux critères d’ajout proposés n’étaient pas
entièrement satisfaisant pour le calcul des prédictions inverses : en effet, lorsque les bornes du
domaine de sortie ne sont pas explorées, leurs prédictions inverses ne donnent pas des prédictions
satisfaisantes. Il serait donc profitable d’imaginer une procédure d’ajout prenant en compte la
recherche des bornes du domaine de sortie.

Nous avons supposé ici que le phénomène étudié pouvait être modélisé par un processus
stationnaire. L’extension de la méthode au cas non stationnaire (sans doute plus proche de la
réalité) mériterait d’être étudiée. Il faudrait alors faire intervenir des fonctions de corrélation non
stationnaires dans la méthode de krigeage telles que celles proposées par Paciorek [123] et Stein
[165], ou utiliser le krigeage intrinsèque.

Le calcul de l’incertitude sur la prédiction par krigeage utilisée dans la méthode d’ajout de
points ne prend pas en compte la part due à l’estimation des paramètres du modèle (paramètres
de la fonction de corrélation). Une correction du type de celles introduites par Abt [4, 5] ou
Zimmerman et Cressie [201] pourrait être utilisée pour estimer la variance de krigeage, en gardant
à l’esprit qu’il y a des cas où ces corrections font empirer la qualité de l’estimation. En ce qui
concerne les changements apportés au critère de diversité, seule la variance de la loi normale de
la nouvelle sortie serait alors modifiée.

Il aurait également été possible de prendre en compte le coût de fabrication. En effet, plusieurs
choix différents des variables d’entrée peuvent conduire aux mêmes valeurs de sortie, et tous
les choix des variables d’entrée n’ont pas le même coût de fabrication. Pour ce faire, il serait
envisageable d’introduire une fonction de coût dans l’intégrale qui définit le critère de diversité.

Il aurait finalement été intéressant de pouvoir tester l’approche proposée sur le système réel.
Celui-ci n’était cependant pas encore prêt à recevoir des mesures au moment de l’écriture de
ces lignes. Pour le moment, des études de répétabilité (visant à vérifier que des valeurs d’entrée
identiques produisent à peu près des mêmes valeurs en sortie) ont conduit à restreindre l’espace
des facteurs, ce qui va diminuer le nombre de points de la grille des entrées et ainsi accélérer
la procédure d’optimisation. À ce jour, les mesures ont été effectuées aux coins du domaine, le
reste des points du plan initial devrait avoir été observé dans quelques mois puis l’algorithme
d’optimisation sera appliqué. Souhaitons que les « critères de diversité » puissent à l’avenir
trouver d’autres applications pratiques !



Annexe A

Ergodicité

Soit Y un processus aléatoire à valeurs réelles défini sur X ×Ω, avec un espace d’indexation
X ⊂ Rd et un espace de probabilité (Ω,T ,P). Nous rappelons ici quelques éléments relatifs au
concept d’ergodicité, et montrons que l’on peut, sous certaines hypothèses, estimer des espérances
mathématiques à partir d’observations d’une seule trajetoire Yω dans l’espace des paramètres X .

Définition A.0.2 [101] Notons RX l’ensemble des fonctions à valeurs réelles définies sur X .
On appelle cylindre de RX tout ensemble de fonctions y(x) ∈ RX défini par un nombre fini
d’inégalités du type

a1 < y(x1) ≤ b1, . . . , an < y(xn) ≤ bn,
avec ai, bi ∈ R, xi ∈ X . Les cylindres forment une algèbre notée I.
La tribu borélienne BX de RX est la tribu engendrée par les cylindres,

BX = σ(I).

On rappelle que la mesure image PY est définie sur l’ensemble mesurable (RX ,BX ) par

PY (B) = P(Y −1(B)) ∀B ∈ BX .

Définition A.0.3 Soit (Ω,T ,P) un espace de probabilité. L’application mesurable g :
(Ω,T ,P) −→ (Ω,T ,P) préserve la mesure P si

P(g−1(A)) = P(A) ∀A ∈ T .

L’application g est appelée transformation préservant la mesure P.
L’ensemble A ∈ T est dit invariant par g si g−1(A) = A.

Une transformation préserve donc la mesure si la probabilité d’un évènement est la même avant
et après la transformation.

Voyons maintenant un type de transformation préservant la mesure PY lorsque le processus
aléatoire Y est stationnaire.

Définition A.0.4 On appelle décalage (shift) la transformation τt définie sur (RX ,BX ,PY ) par

τt◦ y(x) = y(x+ t).

La transformation τt préserve la mesure PY si le processus aléatoire Y est stationnaire.
Il est maintenant possible de définir la notion d’ergodicité.
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Définition A.0.5 Le processus aléatoire Y est dit ergodique si la probabilité de chacun de ses
ensembles invariants par τt vaut 0 ou 1, pour tout t ∈ X .

Dans le cas d’un processus gaussien stationnaire, on a une condition suffisante simple d’ergodicité
sur sa fonction de covariance k(·).

Théorème A.0.6 [31, 101] Un processus gaussien stationnaire est ergodique si lim
‖τ‖→∞

k(τ) = 0.

Le résultat important suivant permet d’estimer l’espérance mathématique de la variable aléatoire
Y (0) (ou de Y (x), pour une valeur quelconque de x) à partir de la moyenne spatiale d’une
trajectoire Yω.

Théorème A.0.7 [101] Soit Y un processus stationnaire (définition 2.1.13) sur R × Ω, avec
E|Y (x)| <∞ ∀x ∈ R, et à trajectoires intégrables (presque sûrement). Alors, si Y est ergodique,

1

t

∫ t

0
Y (x)dx −→

t→+∞
E{Y (0)} (= E{Y (x)} ∀x) P-presque sûrement.

Remarque A.0.8 Le résultat d’ergodicité ci-dessus concerne concerne la moyenne du processus.
Sous certaines hypothèses, il est possible d’obtenir des résultats similaires de convergence presque
sûre pour la variance et la covariance,

σ2 = E

{
(Y (x)−m)2

}
= lim

t→∞

1

t

∫ t

0
(Y (x)−m)2dx

et

k(τ) = E {(Y (x)−m) (Y (x+ τ)−m)} = lim
t→∞

1

t− τ

∫ t−τ

0
(Y (x)−m)(Y (x+ τ)−m)dx.



Annexe B

Régularité en moyenne quadratique

Nous rappelons ici la notion de régularité en moyenne quadratique (M.Q.) d’un processus
aléatoire. Contrairement à la régularité des trajectoires, la relation entre la régularité en M.Q.
et la fonction de covariance est très simple et ne nécessite pas d’hypothèse de séparabilité du
processus.

Définition B.0.9 Soit Y un processus aléatoire défini sur X × Ω, avec X ⊂ Rd. Le processus
aléatoire Y est dit continu en moyenne quadratique en x ∈ X si

lim
t→x

E{Y (t)− Y (x)}2 = 0.

On dira que Y est continu en M.Q. sur X si il est continu en M.Q. en x, pour tout x ∈ X .

Si Y est stationnaire, de fonction de covariance k(·), on peut écrire E{Y (x) − Y (x′)}2 =
2{k(0) − k(x− x′)}, d’où le résultat suivant.

Théorème B.0.10 [2] Le processus aléatoire stationnaire Y est continu en M.Q. sur Rd si, et
seulement si, sa fonction de covariance k(·) est continue en 0.

La fonction de covariance d’un processus stationnaire continu en M.Q. est donc continue partout
(c.f. remarque 2.1.15).

La continuité en M.Q. sur X n’implique pas en général la continuité des trajectoires, comme
illustré par le processus Z de l’exemple 2.1.6. Pour un processus gaussien séparable, la continuité
en M.Q. implique la continuité des trajectoires si le théorème 2.1.19 est verifié, ce qui est toujours
le cas en pratique [2].
La réciproque est fausse aussi en général : la continuité des trajectoires n’entraîne pas la continuité
en M.Q. (sauf si le processus est borné [17]).

Exemple B.0.11 [17] Soit Y : X × Ω→ R un processus aléatoire, avec X = [0, 1] et Ω = [0, 1]
muni de la loi uniforme, défini par

Y (x, ω) =

{
1

x− 1
2

1] 1
2
,x[(ω) si x ∈]12 , 1] ;

0 si x ∈ [0, 12 ].

Les trajectoires Yω(·) de Y sont continues sur [0, 12 ] et ]
1
2 , 1]. De plus, P{Yω(x)→0 quand x→ 1

2} =
1, donc les trajectoires de Y sont continues. Cependant, E[Y 2(x, ω)] → ∞ quand x → 1

2
+
, et

E[Y 2(x, ω)] = 0 si x ∈ [0, 12 ], ce qui montre que Y n’est pas continu en M.Q.
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Nous rappelons maintenant la notion de différentiabilité en moyenne quadratique. On pourra
remarquer les nombreux points communs avec la différentiabilité classique. Pour alléger la
présentation, on notera dans la suite Y (x) = Y (x, ω), tout en gardant à l’esprit qu’il s’agit
d’un processus aléatoire.

Définition B.0.12 [17] Un processus aléatoire Y (x), x ∈ Rd est dit différentiable en moyenne
quadratique en x si ∀h ∈ Rd, il existe un processus aléatoire Lx(h), linéaire en h, tel que

Y (x+ h) = Y (x) + Lx(h) +R(x, h), avec
R(x, h)

‖ h ‖ −→
‖h‖→0

0 dans L2,

où L2 désigne le quotient de l’espace de Hilbert des variables aléatoires de carré intégrable par
la relation d’équivalence « égalité presque sûre ». La différentielle Lx(h) est donc définie à un
ensemble de mesure P-nulle près.
Nous pouvons remarquer la différence entre les notions de différentiabilité en M.Q. et p.s., dûe
au fait que la convergence en M.Q. et la convergence p.s. (du processus R(x, h)/‖ h ‖) ne sont
pas liées généralement [60].

Remarque B.0.13 [17] On peut montrer que la différentiabilité en M.Q. entraîne la continuité
en M.Q., comme dans le cas déterministe.

Définition B.0.14 Soit Y (x), x ∈ Rd un processus aléatoire. On appelle dérivée directionnelle
M.Q. de direction v, où v ∈ Rd, le processus aléatoire

DvY (x) = lim
ε→0

Y (x+ εv)− Y (x)

ε
dans L2.

On appelle ie dérivée partielle M.Q. le processus DeiY , avec ei le ie vecteur de la base canonique
de Rd.

Si Y est différentiable en M.Q., on peut montrer que DvY (x) = Lx(v) presque partout. Tout
comme dans la théorie différentielle classique, l’existence des dérivées directionnelles M.Q. ne
garantit cependant même pas la continuité en M.Q.

Exemple B.0.15 [17] Soit {Y (x), x = (x1, x2) ∈ R2} le processus aléatoire défini par

Y (x) =

{
x1x22
x21+x

4
2
V si x 6= 0, avec V ∼ N (0, 1) ;

0 si x = 0.

On vérifie que DvY (0) =
v22
v1
V ∀v = (v1, v2), v1 6= 0, et DvY (0) = 0 ∀v = (0, v2), d’où l’existence

de toutes les dérivées directionnelles au point 0. Cependant, E{Y (x)− Y (0)}2 = 1
4 si x1 = x22,

Y n’est donc pas continu en M.Q. en 0.

Remarque B.0.16 La différentiabilité en moyenne quadratique est parfois définie comme
l’existence de toutes les dérivées directionnelles M.Q. [2]. Cependant, cette définition conduit
à l’existence de processus aléatoires dérivables en M.Q. mais pas continus en M.Q. (exemple
B.0.15).

Voyons maintenant les liens entre la régularité M.Q. d’un processus aléatoire stationnaire et
sa fonction de covariance.
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Proposition B.0.17 [17] Soit Y (x), x ∈ Rd un processus aléatoire stationnaire de fonction de
covariance k(·). On suppose que les dérivées partielles d’ordre 2 de k(·) existent et sont continues.
Alors, si on note kv(·) la fonction de covariance de la dérivée directionnelle M.Q. DvY (·), on a

kv(τ) = −tvH(τ)v, avec H(τ)(i,j) =
∂2k

∂τi∂τj
(τ).

Le théorème suivant, conséquence de résultats donnés dans [2, 161], donne une condition
nécessaire et suffisante de dérivabilité d’ordre q en M.Q. pour un processus aléatoire stationnaire
dont les moments d’ordre 2 sont finis.

Théorème B.0.18 Soit Y un processus aléatoire stationnaire de fonction de covariance k(·).
Alors

Y est q fois dérivable en M.Q.⇐⇒ k(2κ)(0) existe ∀κ, |κ| = q,

avec l’expression de la dérivée de la fonction de covariance donnée dans la proposition 2.1.22.

Si on admet qu’en pratique le théorème 2.1.19 est vrai pour toute fonction de corrélation
stationnaire continue, comme suggeré dans [2], on peut appliquer le théorème B.0.18 pour
déterminer la régularité des trajectoires d’un processus gaussien stationnaire (en enlevant « en
M.Q. » dans l’énoncé).

Pour conclure, et afin d’illustrer la différence entre les deux notions de dérivabilité, nous
donnons un exemple de processus aléatoire pouvant avoir des trajectoires analytiques et n’être
même pas dérivable en moyenne quadratique.

Exemple B.0.19 [161] Soit Y (x) = cos(U + xV ), avec U et V des variables aléatoires
indépendantes de lois respectives uniforme sur [0, 2π] et Cauchy standard. On peut montrer que
E{Y (x)} = 0 et cov(Y (x), Y (x′)) = 1

2e
−|x−x′|, donc le théorème B.0.18 permet d’affirmer que

le processus stationnaire Y n’est pas dérivable en moyenne quadratique, bien que ses trajectoires
soient analytiques.



Annexe C

Krigeage bayésien

Nous rappelons ici comment la théorie bayésienne peut être utilisée pour estimer les
paramètres d’un processus gaussien [56, 136]. Nous commençons par quelques rappels sur la
méthodologie bayésienne, puis présentons des méthodes d’estimation des paramètres.

C.1 Formalisme bayésien

On commence par se donner une famille de modèles (ou hypothèses) Hi, pouvant servir à
modéliser un ensemble de données D, avec pour chacun un ensemble de paramètres wi. On
utilise ensuite nos connaissances du système étudié pour définir :

– une probabilité P(Hi), qui permet de distinguer les modèles a priori plus ou moins adaptés ;
– une probabilité P(wi|Hi), qui permet de quantifier, pour un modèle Hi donné, les valeurs

des paramètres a priori les plus pertinentes.
Une fois l’ensemble des données d’apprentissage D collectées, on effectue deux inférences
successives :

1. pour tout i, inférence des paramètres wi du modèle Hi à partir des données. On utilise
pour cela la formule de Bayes,

P(wi|D,Hi)︸ ︷︷ ︸
a posteriori

=

vraisemblance︷ ︸︸ ︷
P(D|wi,Hi)

a priori︷ ︸︸ ︷
P(wi|Hi)

P(D|Hi)︸ ︷︷ ︸
évidence

. (C.1)

La vraisemblance, que l’on peut calculer, est la probabilité d’obtenir les données à partir
du modèle Hi avec les valeurs des paramètres wi (voir page 55 dans le cas d’un processus
gaussien). L’évidence est inconnue, mais constante (D et Hi sont fixés à ce niveau), c’est
donc une constante de normalisation qui peut être omise dans les calculs. On obtient donc
la densité de probabilité a posteriori comme le produit de la vraisemblance par l’a priori
(à une constante multiplicative près) ;

2. comparaison des modèles Hi. Supposons que l’on puisse maintenant, pour tout i, calculer
l’évidence (comme constante de normalisation) en utilisant la formule (C.1). En appliquant
une nouvelle fois le théorème de Bayes, on obtient

P(Hi|D) =
P(D|Hi)P(Hi)

P(D) , (C.2)
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où P(D), qui ne dépend que des données, est une constante de normalisation. La densité
de probabilité a posteriori P(Hi|D) nous permet finalement de ranger les modèles Hi par
ordre de pertinence.

En pratique, il est souvent très difficile d’évaluer l’évidence dans l’équation (C.1), qui peut être
une intégrale très compliquée, et il faut se résoudre à des approximations de type Monte Carlo.
Le choix de l’a priori n’est pas non plus toujours évident.

C.2 Application au krigeage

Nous pouvons maintenant présenter le krigeage bayésien [65, 144]. On commence par se
donner une loi a priori pour le vecteur de paramètres t(tβ, σ2, tψ). Les modèles Hi précédents
correspondent ici à des processus gaussiens dont la fonction de corrélation est paramétrée par
un vecteur ψ ; on peut donc écrire Hi = Hψ. Suivant le formalisme présenté en C.1, la densité
de probabilité fψ(·), qui décrit la loi du paramètre ψ, correspond à la probabilité P(Hi). La
densité de probabilité f[w|ψ](·) correspond à la probabilité P(wi|Hi), qui décrit la loi du vecteur
des paramètres w = t(tβ, σ2) à ψ fixé. Partant de la loi (2.19),

[(
Y0
Y n

) ∣∣∣∣∣w,ψ
]
∼ N1+n

[(
tm0

M

)
β, σ2

(
1 tr0
r0 R

)]
, (C.3)

on va chercher à évaluer la loi du meilleur prédicteur E{Y0|Y n} (théorème 2.2.4), en tenant
compte de la distribution a priori des paramètres. Cette loi a posteriori du prédicteur est appelée
loi prédictive, et sa densité de probabilité s’écrit

f[Y0|Y n] = f[Y0|Y n,ψ]f[ψ|Y n]

= f[Y0|Y n,w,ψ]f[w|Y n,ψ]f[ψ|Y n]. (C.4)

La densité f[Y0|Y n,w,ψ](·) est donnée par la proposition 2.2.12. Pour obtenir l’expression des deux
autres densités f[w|Y n,ψ](·) et f[ψ|Y n](·), on applique la théorie bayésienne présentée en C.1.
On effectue tout d’abord le premier niveau d’inférence (C.1),

f[w|Y n,ψ] =
f[Y n|w,ψ]f[w|ψ]

f[Y n|ψ]
,

qui permet d’obtenir la densité f[w|Y n,ψ](·) et l’évidence f[Y n|ψ](·) par intégration, en utilisant le
fait que l’a posteriori f[w|Y n,ψ](·) est d’intégrale 1. Par le deuxième niveau d’inférence (C.2), on
obtient ensuite la densité a posteriori de ψ,

f[ψ|Y n] =
f[Y n|ψ]fψ

fY n

.

On peut alors finalement calculer (C.4). Le problème est qu’en pratique les intégrales à évaluer
sont souvent très compliquées, et il faut se résoudre à faire des hypothèses simplificatrices ou des
approximations [142].

– Approximation par méthodes de Monte Carlo : l’idée est d’approcher la distribution
prédictive en écrivant

f[Y0|Y n](·) =

∫
f[Y0|Y n,(β,σ2,ψ)](·)f[(β,σ2,ψ)|Y n](ζ)dζ (C.5)

≈ 1

l

l∑

i=1

f[Y0|Y n,(β,σ2,ψ)i]
,
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où {(β, σ2, ψ)i, i = 1, . . . , l} est un échantillon obtenu à partir de la loi a posteriori des
paramètres, de densité

f[(β,σ2,ψ)|Y n] =
f[Y n|(β,σ2,ψ)]f(β,σ2,ψ)

fY n
.

Des méthodes de Monte Carlo, dont les MCMC (Markov Chain Monte Carlo) qui utilisent
une chaîne de Markov dont la loi stationnaire est [(β, σ2, ψ)|Y n], sont discutées dans
[117, 188, 189].

– Maximisation de l’évidence (evidence maximization) [110] : l’idée est d’approcher la
densité conditionnelle f[Y0|Y n](·) en utilisant les valeurs des paramètres les plus probables,
déterminées à partir de la relation

f[β,σ2,ψ|Y n] =
f[Y n|β,σ2,ψ]f(β,σ2,ψ)

fY n

∝ f[Y n|β,σ2,ψ]f(β,σ2,ψ).

La méthode de maximisation de l’évidence sélectionne les valeurs des paramètres qui
maximisent la fonction f[β,σ2,ψ|Y n] ∝ f[Y n|β,σ2,ψ]f(β,σ2,ψ). En passant au logarithme, on
obtient

(β̂, σ̂2, ψ̂) = argmax
(β,σ2,ψ)

[
l(β, σ2, ψ|Y n) + log f(β, σ2, ψ)

]
, (C.6)

avec l(β, σ2, ψ|Y n) la log-vraisemblance (2.30) et f = f(β,σ2,ψ) la densité a priori des
paramètres. On remarque le terme correctif f(β, σ2, ψ) ajouté à la log-vraisemblance, qui
permet la prise en compte de l’information a priori sur la loi des paramètres (notons que
cela ne garantit normalement pas contre d’éventuels problèmes de multi-modalité de la
log-vraisemblance, mais il est possible de choisir une loi a priori qui garantit contre la
multi-modalité tout en contenant l’information a priori dont on dispose [56]). Le vecteur

(β̂, σ̂2, ψ̂) est appelé mode a posteriori de la densité f[Y n|β,σ2,ψ].
La méthode de maximisation de l’évidence est basée sur l’hypothèse simplificatrice que
la densité a posteriori des paramètres f[β,σ2,ψ|Y n] est très concentrée autour de son mode,
par rapport aux variations de la loi prédictive f[Y0|Y n] [56] (voir (C.5)). On utilise alors
l’approximation suivante de la distribution prédictive de Y0,

f[Y0|Y n] ≈ f[Y0|Y n,β̂,σ̂2,ψ̂]
.

La complexité algorithmique de la méthode de maximisation de l’évidence est du même
ordre que pour le maximum de vraisemblance, en O(n3). L’obtention des valeurs optimales
des paramètres est facilitée si on peut calculer le gradient de (C.6).

– Hypothèses simplificatrices sur la loi a priori des paramètres f(β,σ2,ψ)(·) [144]. Si la loi
a priori des paramètres a une forme simple, on peut parfois obtenir explicitement la loi
prédictive :
– si σ2 et ψ sont supposés connus, la loi de départ (C.3) devient

[(
Y0
Y n

) ∣∣∣∣∣β
]
∼ N1+n

[(
tm0

M

)
β, σ2

(
1 tr0
r0 R

)]
.

Si l’on suppose une loi a priori normale pour β, la loi prédictive obtenue est aussi normale
(voir [144]). Un fait intéressant est que mettre un a priori non-informatif uniforme sur
β,

β ∼ 1,
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qualifié d’impropre car la distribution uniforme sur Rp n’est pas une loi de probabilité,
donne la loi prédictive

[Y0|Y n] ∼ N (Ŷ0,EQM(x0)),

où Ŷ0 et EQM(x0) sont donnés respectivement par les formules (2.23) et (2.24).
– si seul ψ est connu, partant de la loi

[(
Y0
Y n

) ∣∣∣∣∣β, σ
2

]
∼ N1+n

[(
tm0

M

)
β, σ2

(
1 tr0
r0 R

)]
,

et utilisant la relation
f[β,σ2] = f[β|σ2]fσ2 ,

on peut, suivant les lois a priori mises sur chacun des membres [β|σ2] et [σ2], obtenir
pour loi prédictive une loi de Student. Notons qu’en mettant un a priori uniforme sur
[β, σ2], on peut retrouver Ŷ0 comme moyenne de la loi prédictive (voir [144] pour les
détails).

– si aucun des paramètres β, σ2, ψ n’est connu, on peut faire l’hypothèse simplificatrice
que les paramètres d’échelle β et σ2 sont indépendants du paramètre de corrélation ψ,
i.e.

f[β,σ2,ψ] = f[β,σ2]fψ.

En mettant un a priori sur [β, σ2] comme à l’item précédent, on peut obtenir la loi
prédictive vue comme une loi conditionnelle au paramètre inconnu ψ, notée [Y0|Y n, ψ].
La densité de la loi prédictive s’écrit donc

f[Y0|Y n] =

∫
f[Y0,ψ|Y n]dψ

=

∫
f[Y0|Y n,ψ]f[ψ|Y n]dψ,

avec la densité a posteriori de ψ f[ψ|Y n](·) qui peut s’obtenir en écrivant

f[ψ|Y n] =

∫
f[β,σ2,ψ|Y n]dβ dσ

2

=

∫
f[Y n|β,σ2,ψ]f[β,σ2,ψ]dβ dσ

2,

une intégrale (p + 1)-dimensionnelle qui peut se traiter en utilisant des lois a priori
simples [144].

Remarque C.2.1 Si l’ensemble des paramètres {β, σ2, ψ} est supposé connu, l’interpré-
tation bayésienne du krigeage est la suivante : on se donne un a priori sur le modèle Y (x),
sous la forme d’un processus gaussien de paramètres connus β, σ2, ψ. Après avoir observé le
vecteur des réponses Y n, le processus a posteriori [Y (x)|Y n] est aussi un processus gaussien,
dont la moyenne et la covariance a posteriori sont données par la proposition 2.2.12.

En résumé, l’approche bayésienne permet l’évaluation de l’incertitude liée aux paramètres du
modèle, au prix de calculs numériques souvent coûteux.
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Cokrigeage

Nous nous intéressons dans ce paragraphe à la modélisation par krigeage dans le cas où l’on
observe simultanément plusieurs réponses d’un même système, et l’on souhaite prendre en compte
le fait que les réponses sont corrélées. Ce type de modélisation, appelée cokrigeage [26, 144], utilise
des processus vectoriels. Nous présentons dans un premier temps le modèle de cokrigeage, puis
le calcul du prédicteur est effectué dans une seconde partie.

D.1 Modèle de cokrigeage

Dans le modèle de cokrigeage, les q réponses du système sont chacune modélisées sous la
forme

Yi(x) =
tmi(x)βi + Zi(x), i = 1, . . . , q, (D.1)

avec mi(·) une fonction connue à valeurs dans Rpi , βi ∈ Rpi un vecteur de paramètres inconnu, et
Zi(·) un processus gaussien stationnaire de moyenne nulle et fonction de covariance ki(·) connue.
Chaque réponse est donc modelisée comme en (2.18) dans le cas d’un modèle de krigeage avec
une seule réponse, mais les processus aléatoires Zi(·) sont liés entre eux à travers une structure
de covariance : le processus

Z(x) = t(Z1(x), . . . , Zq(x))

est supposé multidimensionnel stationnaire, de moyenne nulle

E
{
t(Z1(x), . . . , Zq(x))

}
= 0q×1 ∀x ∈ X ,

et fonctions de covariance croisées stationnaires définies par

kij(τ) = E {Zi(x)Zj(x+ τ)} .
Notons que kii(τ) = ki(τ).

Remarque D.1.1 [144] Il faut prendre garde au fait que, contrairement aux fonctions de
covariance stationnaires classiques, on a en général kij(τ) 6= kij(−τ) si i 6= j. Cependant,
kij(τ) = kji(−τ).

Les fonctions de covariance croisées continues vérifient une propriété semblable au théorème
2.1.27 (de Bochner).
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Proposition D.1.2 [26] Une fonction de covariance croisée stationnaire continue kij(·) admet
la représentation spectrale

kij(τ) =

∫
e2πi〈u,τ〉Fij(du), (D.2)

où Fij(du) est appelée mesure spectrale croisée.

Les fonctions kij(·) ne peuvent pas être choisies arbitrairement dans la famille des fonctions
de covariance, mais doivent être compatibles entre elles pour assurer que la variance de toute
combinaison linéaire des processus Zi est positive.

Théorème D.1.3 [26] Soit {kij(·), 1 ≤ i, j ≤ q} une famille de fonctions continues s’écrivant
sous la forme (D.2). Il existe un processus multidimensionnel stationnaire d’ordre 2 ayant les
kij(·) comme fonctions de covariance croisée si, et seulement si, la matrice (Fij(B))1≤i,j≤q est
semi-définie positive pour tout ensemble de Borel B ⊂ Rq.

Pour des éléments sur la régularité des processus aléatoires multivariés, on pourra consulter [17].

D.2 Calcul du prédicteur de cokrigeage

Supposons, pour tout i = 1, . . . , q, que la réponse yi(·) a été observée en xi1, . . . , x
i
ni

(l’ensemble
d’observation peut donc être différent selon la réponse). Notons Y ni

i = t(Yi(x
i
1), . . . , Yi(x

i
ni
))

le vecteur aléatoire des observations correspondant à la sortie i, et yni

i le vecteur des valeurs
observées. On souhaite prédire la valeur des réponses en un nouveau point x0. Supposons pour
simplifier, quitte à réarranger la numérotation des réponses, que l’on souhaite prédire Y1(x0). La
démarche est la même que dans le cas d’une seule réponse : on recherche un prédicteur linéaire
de la forme

Ŷ1(x0) =

n1∑

i=1

λi1Y1(x
1
i ) +

n2∑

i=1

λi2Y2(x
2
i ) + · · ·+

nq∑

i=1

λiqYq(x
q
i ) =

tc0Y
n,

avec

c0 =
t(λ11, . . . , λn11, . . . , λ1q, . . . , λnqq)

et

tY n = (tY n1
1 , . . . , tY

nq
q ).

On souhaite que le prédicteur soit sans biais par rapport à Y1(x11), . . . , Y1(x
1
n1
). Une manière de

remplir cette condition est donnée par

n1∑

i=1

λi1 = 1 et
nj∑

i=1

λij = 0 pour j = 2, . . . , q.

On cherche sous ces hypothèses à minimiser l’erreur quadratique moyenne

E

[(
Ŷ1(x0)− Y1(x0)

)2]
=

q∑

l,m=1

nl∑

i,j=1

λilλjmklm(x
l
i − xmj )− 2

q∑

l=1

nl∑

i=1

λilkl1(x
l
i − x0) + k11(0)

= tc0Kc0 − 2tc0k0 + k11(0),
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avec

k0 =
t
(
k11(x

1
1 − x0), . . . , k11(x1n1

− x0), . . . , kq1(xq1 − x0), . . . , kq1(xqnq
− x0)

)

et

K =




K1 K12 . . . K1q
tK12 K2 . . . K2q

...
...

. . .
...

tK1q
tK2q . . . Kq


 ,

où Ki = cov(Y ni

i ) pour i = 1, . . . , q et Kij = cov(Y ni

i , Y
nj

j ) pour 1 ≤ i < j ≤ q. Le système de
cokrigeage à résoudre est donc




argmin
c0∈Rn

tc0Kc0 − 2tc0k0

tMc0 = m0,
(D.3)

avec

M =




M1 . . . 0n1×pq
...

. . .
...

0nq×p1 . . . Mq




tm0 =
(
tm1(x0), 01×(p−p1)

)
,

où Mi =
t
(
mi(x

i
1), . . . ,mi(x

i
ni
)
)

pour i = 1, . . . , q, et p =
∑q

i=1 pi. On reconnaît la forme du
système de krigeage universel (2.22), où les matrices de corrélation stationnaires R et r0 sont
remplacées par les matrices « de covariance » K et k0. On a vu que la solution du système (D.3)
est donnée par

Ŷ1(x0) =
tm0β̂ + tk0K

−1(Y n −Mβ̂),

avec β̂ = (tMK−1M)
−1tMK−1Y n l’estimateur des moindres carrés pondérés de β̂, et

EQM(x0) = k11(0)− tk0K
−1k0 +

tγ(tMK−1M)
−1
γ,

où γ = m0 − tMK−1k0.

Remarque D.2.1 [144] Le même raisonnement que dans le cas d’une seule réponse permet de
retrouver l’expression du prédicteur quand l’ensemble des paramètres du modèle sont supposés
connus. D’après le théorème 2.2.4, le meilleur prédicteur de Y0 = Y1(x0) est donné par

Ŷ1(x0) = E
{
Y0|Y n1

1 = yn1
1 , . . . , Y

nq
q = y

nq
q

}
. (D.4)

Cette espérance conditionnelle se calcule aisément dans le cas gaussien. Or, d’après le modèle
(D.1),

t
(
Y0, Y

n1
1 , . . . , Y

nq
q

)
∼ N1+

∑q
i=1 ni

(
M ′β,K ′

)
,

avec

M ′ =




tm1(x0) . . . 01×pq
M1 . . . 0n1×pq
...

. . .
...

0nq×p1 . . . Mq


 ,
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β = (tβ1, . . . ,
tβq) et

K ′ =




σ211
tk1

tk12 . . . tk1q
k1 K1 K12 . . . K1q
...

...
...

. . .
...

k1q
tK1q

tK2q . . . Kq


 ,

où σ211 = k11(0), k1 = cov(Y n1
1 , Y0) et k1i = cov(Y ni

i , Y0) pour i = 2, . . . , q. D’après le corollaire
2.2.14, l’espérance conditionnelle est donnée par

Ŷ1(x0) =
tm0β + tk0K

−1(Y n −Mβ).

Exemple D.2.2 (Utilisation des dérivées)[144, 178] Supposons que l’on souhaite faire de la
prédiction d’un processus gaussien stationnaire et que l’on dispose d’information a priori sur les
valeurs des dérivées (partielles) du processus en certains points du domaine X , données par la
physique du système. On peut alors utiliser le cokrigeage pour tenir compte de cette information :
le système est modélisé par le processus

Y (x) = tm(x)β + Z(x),

avec m(·) une fonction connue et dérivable à valeurs dans Rp, β ∈ Rp un vecteur de paramètres
inconnu, et Z(·) un processus gaussien stationnaire de moyenne nulle et fonction de covariance
k(·) connue. Sous certaines conditions de régularité de la fonction de covariance (§ 2.1.2.2), le
processus Y est dérivable et le processus « ie dérivée partielle » est donné par

Yi(x) =
tmi(x)β + Zi(x), i = 1, . . . , d,

avec mi(x) = ∂m(x)
∂xi

et Zi un processus gaussien centré dont la fonction de covariance est
calculée ci-dessous. La prédiction en un nouveau point Y (x0) s’obtient par cokrigeage en utilisant
l’ensemble des observations disponibles pour chacun des processus Y, Y1, . . . , Yd. Les covariances
croisées s’obtiennent à partir des formules

cov(Y (x), Yi(x
′)) =

∂k(x, x′)

∂x′i
;

cov(Yi(x), Yj(x
′)) =

∂2k(x, x′)

∂xi∂x′j
.

Notons que la méthode se généralise aux dérivées d’ordre quelconque si la moyenne et la fonction
de covariance du processus sont choisies suffisamment régulières.



Annexe E

Krigeage intrinsèque

L’hypothèse d’un processus aléatoire stationnaire peut s’avérer mal adaptée pour la
modélisation de certains systèmes, alors qu’une simple fonction polynômiale par morceaux serait
adéquate. Nous avons vu au chapitre 1 que les splines plaque mince (polynômiales par morceaux)
sont équivalentes au krigeage intrinsèque : il est donc intéressant de se placer du point de vue
stochastique afin de disposer de tout l’appareillage probabiliste. Le krigeage intrinsèque modélise
le système par une classe de processus plus générale que les processus stationnaires, les processus
intrinsèques (intrinsic random fields, IRFs), dont les incréments sont stationnaires.

Dans un premier temps, nous présentons les processus aléatoires intrinsèques habituellement
utilisés, qui correspondent en toute rigueur aux processus intrinsèques d’ordre 0. Puis nous
passons à la généralisation aux processus intrinsèques d’ordre q, et finalement donnons
l’expression du prédicteur. Dans toute la suite, les processus seront supposés à valeurs réelles.

E.1 Processus aléatoires intrinsèques (d’ordre 0)

Définition E.1.1 [26] Un processus aléatoire {Y (x), x ∈ Rd} est dit intrinsèque d’ordre 0
(Intrinsic Random Field, IRF–0) si le processus incrémentiel

Yh(x) = Y (x+ h)− Y (x)

est stationnaire pour tout h, ou de manière équivalente, si
– E [Y (x+ h)− Y (x)] = m(h) ;
– var [Y (x+ h)− Y (x)] = 2γ(h).

Le terme m(h) est appelé dérive (drift) du processus intrinsèque. La fonction 2γ(·) est appelée
variogramme, et γ(·) est appelée semi-variogramme.

Remarque E.1.2
– On peut montrer que la dérive m(h) est une fonction linéaire de h : m(h) = 〈a, h〉, avec
a ∈ Rd fixé. Sans perte de généralité, on pourrait supposer m(h) = 0 ∀h : ce point sera
expliqué dans la remarque E.2.3 ;

– dans la littérature, c’est la fonction γ(·) qui est parfois appelée variogramme ;
– si Y est un processus intrinsèque, la variance de la v.a.

∑n
i=1 λiY (xi) est finie si, et

190
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seulement si,
∑n

i=1 λi = 0. À l’aide du variogramme, on obtient

var

(
n∑

i=1

λiY (xi)

)
= −

n∑

i=1

n∑

j=1

λiλjγ(xi − xj) ;

cov




n∑

i=1

λiY (xi),

N∑

j=1

µjY (xj)


 = −

n∑

i=1

N∑

j=1

λiµjγ(xi − xj),

si
n∑

i=1

λi = 0 et
N∑

j=1

µj = 0.

Proposition E.1.3 Le variogramme vérifie les propriétés suivantes :
– 2γ(h) = 2γ(−h) ;
– 2γ(h) ≥ 0 ;
– 2γ(0) = 0.

Ces conditions ne sont cependant pas suffisantes pour définir un variogramme admissible. Une
condition nécessaire et suffisante sera donnée par le théorème E.1.5.

Définition E.1.4 Une fonction symétrique g : Rd → R est dite conditionnellement semi-définie
négative si ∀l,∀x1, . . . , xl ∈ Rd,∀λ1, . . . λl ∈ R vérifiant

∑l
i=1 λi = 0,

l∑

i,j=1

λiλjg(xi − xj) ≤ 0.

Le théorème suivant est l’analogue du théorème 2.1.11 pour les processus stationnaires.

Théorème E.1.5 [31] Toute fonction conditionnellement semi-définie négative est le vario-
gramme d’un processus aléatoire intrinsèque.

Faisons maintenant le lien avec les processus stationnaires.

Proposition E.1.6 [31] Si le processus Y est stationnaire de fonction de covariance k(·), alors
il est intrinsèquement stationnaire et

2γ(h) = 2 (k(0)− k(h)) .

La réciproque est fausse.

Exemple E.1.7 [26] Le mouvement brownien {W (x), x ∈ Rd} vérifie var [W (x+ h)−W (x)] =
‖h‖, mais cov(W (x),W (x′)) = (‖x‖+ ‖x′‖ − ‖x− x′‖)/2, qui n’est pas une fonction de x− x′.

L’outil de base du cas stationnaire, la fonction de covariance k(·), est remplacée par le
variogramme γ(·). On y gagne en généralité, la famille des variogrammes étant plus large que la
famille des fonctions de covariance. Cependant, les calculs de covariances sont maintenant limités
aux combinaisons linéaires admissibles. Dans la pratique, c’est parfois le variogramme qui est
utilisé comme outil de base d’analyse : on consultera [26, 31] pour une présentation beaucoup
plus détaillée du variogramme.
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E.2 Processus intrinsèques d’ordre q (q ∈ N)

Nous présentons ici la généralisation du paragraphe précédent. Avant de lire la suite, on
peut retourner au paragraphe 1.3.1 pour revoir les mesures admissibles d’ordre q et les fonctions
conditionnellement semi-définies positives d’ordre q.

E.2.1 Définition et propriétés

Introduisons tout d’abord quelques notations. Pour x = (x[1], . . . , x[d]) ∈ Rd, l = (l1, . . . , ld) ∈
Nd, on notera xl le monôme xl1[1] . . . x

ln
[n] et |l| = l1 + · · · + ld le degré de xl. On vérifie de façon

immédiate que la mesure λ =
∑n

i=1 λiδxi est admissible d’ordre q (λ ∈ Λdq) si, et seulement si

n∑

i=1

λix
l
i = 0 ∀l, |l| = 0, 1, . . . , q,

autrement dit si tous les moments de la mesure λ d’ordre q ou moins sont nuls.

Définition E.2.1 On appelle mesure translatée d’une mesure discrète λ par le vecteur h, notée
τhλ, la mesure possédant les mêmes poids que λ, mais appliqués aux points du support de λ
translatés du vecteur h : si λ =

∑n
i=1 λiδxi , alors

τhλ =

n∑

i=1

λiδxi+h.

L’action de la mesure translatée sur une fonction f de Rd sera donc

τhλ · f =
n∑

i=1

λif(xi + h).

Nous pouvons maintenant donner une définition simple d’un processus aléatoire intrinsèque
d’ordre q. Une définition plus abstraite est possible, à base de classes d’équivalence [26, 178] (les
processus définis ici sont en fait des représentants de ces classes).

Définition E.2.2 Un processus aléatoire Y (x) est dit intrinsèque d’ordre q (IRF–q) si pour toute
mesure admissible λ =

∑n
i=1 λiδxi ∈ Λdq , le processus aléatoire

Yλ(x) = τxλ · Y =
n∑

i=1

λiY (xi + x)

est stationnaire de moyenne nulle.

Cette définition équivaut à
– E [Yλ(x)] = 0 (voir la remarque E.2.3) ;
– E [Yλ(x)Yλ(x

′)] = kλ(x− x′) ∀x, x′ ∈ Rd, λ ∈ Λdq .

Remarque E.2.3 [26, 31]
– Le modèle intrinsèque usuel du paragraphe E.1 correspond au cas q = 0 (la condition de la

Définition E.1.1 est satisfaite en prenant λ = δh − δ0 ∈ Λd0) ;
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– puisque Λdq+1 ⊂ Λdq , un IRF–q est aussi un IRF–(q + 1). Un processus stationnnaire est
donc intrinsèque à tout ordre (formellement, un processus stationnaire correspond au cas
q = −1) ;

– l’hypothèse de moyenne nulle du processus Yλ, faite pour simplifier la présentation, ne nuit
pas à la généralité : la moyenne d’un IRF–q est en effet un polynôme de degré au plus q,
qui est filtré par l’action de la mesure τxλ. On voit ici apparaître les classes d’équivalence :
un IRF–q n’est en fait défini qu’à un polynôme de degré q près ;

– par définition d’un IRF–q Y , E[Yλ(x)]
2 < ∞ ∀λ ∈ Λdq ; cependant, E[Y (x)]2 peut être

infinie, ou dépendre de x. L’hypothèse de stationnarité des incréments autorise donc des
non-stationnarités de la moyenne et de la variance.

Exemple E.2.4 [26, 31]
– Si Y est un processus stationnaire défini sur R, de moyenne nulle, son intégrale

T0(x) =

∫ x

0
Y (t) dt

est un IRF–0. Plus généralement, l’intégrale (q + 1)e d’un processus stationaire Y sur R

de moyenne nulle, définie par

Tq(x) =

∫ x

0

(x− t)q
q!

Y (t) dt,

est un IRF–q ;
– inversement, si un IRF–q défini sur R est différentiable (q + 1) fois, sa dérivée d’ordre

(q + 1) est stationnaire.

E.2.2 Covariance généralisée

La structure de corrélation d’un processus stationnaire est définie par sa fonction de
covariance, celle d’un processus intrinsèque par son variogramme. Plus généralement, la structure
de corrélation d’un IRF–q est caractérisée par une fonction de covariance généralisée. La famille
des covariances généralisées est plus grande que celle des covariances, mais la covariance n’est
définie que pour les combinaisons linéaires admissibles d’ordre q du processus.

Définition E.2.5 Soit Y un IRF–q. Une fonction k(·), définie sur Rd, est appelée fonction de
covariance généralisée (CG, ou Generalized Covariance, GC) de Y si

E [(λ · Y )(µ · Y )] =

n∑

i=1

N∑

j=1

λiµjk(xi − tj) (E.1)

pour tous n,N, et toute paire de mesures admissibles λ =
∑n

i=1 λiδxi et µ =
∑N

j=1 µiδtj ∈ Λdq .

Remarque E.2.6 [26]
– Il suffit de vérifier la condition ci-dessus pour λ = µ, comme on peut le constater en

développant [(λ+ µ) · Y ]2. La condition que doit vérifier une CG est donc

E[λ · Y ]2 =

n∑

i,j=1

λiλjk(xi − xj) ∀λ =

n∑

i=1

λiδxi ∈ Λdq ; (E.2)
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– en pratique, la fonction k(·) s’utilise comme une fonction de covariance ordinaire, mais les
formules (E.1) et (E.2) ne sont valables que pour des combinaisons linéaires admissibles
d’ordre q ;

– la famille des fonctions de covariance généralisée d’ordre q coïncide avec la famille des
fonctions k(·) symétriques sur Rd et satisfaisant la condition

n∑

i,j=1

λiλjk(xi − xj) ≥ 0,

pour toute mesure admissible λ =
∑n

i=1 λiδxi ∈ Λdq , autrement dit avec la famille des
fonctions conditionnellement semi-définies positives d’ordre q (Définition 1.3.6).

Théorème E.2.7 [26] Tout IRF–q possède une covariance généralisée k(·), unique à une classe
d’équivalence près : toute autre CG s’écrit k(h) + p(h), où p(·) est un polynôme pair de degré au
plus 2q.

Exemple E.2.8 [26]
– Si Y est stationnaire de covariance k(·), alors k(·) est aussi une covariance généralisée ;
– si Y est un IRF–0, alors k(h) = −γ(h) + a, avec a ∈ R : la covariance généralisée vaut
−γ(·) à un polynôme pair de degré 0 près, i.e. une constante ;

– si Y est stationnaire de moyenne nulle sur R, nous avons vu que sa (q + 1)e intégrale

Tq(x) =

∫ x

0

(x− t)q
q!

Y (t) dt

est un IRF–q. On peut montrer que sa covariance généralisée s’écrit

kq(h) = (−1)q+1

∫ h

0

(h− t)2q+1

(2q + 1)!
k(t) dt,

où k(·) est la fonction de covariance stationnaire de Y .

E.2.3 Représentation spectrale

Il existe un analogue au théorème 2.1.27 (de Bochner) pour les covariances généralisées.

Théorème E.2.9 [26, 84, 161] Une fonction continue k(·) est la covariance généralisée d’un
IRF–q défini sur Rd si, et seulement si,

k(h) =

∫ {
cos(tvh)− Pq(tvh)1Bd

(v)
}
µ(dv) +Q(h), (E.3)

avec Pq(x) =
q∑

i=0

(−x2)i
(2i)!

, 1Bd
(·) la fonction indicatrice de la boule unité de Rd, Q(·) un polynôme

de degré ≤ 2q quelconque, et µ une mesure positive et symétrique vérifiant
∫

Rd

‖v‖2q+2

(1 + ‖v‖2)q+1µ(dv) <∞, (E.4)

appellée mesure spectrale de l’IRF–q.

Remarque E.2.10 [26]
– Puisque | cos(tvx)−Pq(tvx)| = O(‖v‖2q+2), l’intégrale (E.3) est bien définie pour une mesure
µ satisfaisant (E.4) ;

– le choix de Bd est arbitraire : tout voisinage borné de l’origine conviendrait.



Annexe E Compléments sur le krigeage intrinsèque 195

E.3 Prédicteur de krigeage intrinsèque

Il s’agit maintenant d’écrire les équations du prédicteur et de l’EQM de krigeage intrinsèque.
Le processus Y (x) est supposé être un IRF–q (q connu), de covariance généralisée k(·) connue.
On souhaite prédire Y0 = Y (x0) en utilisant un prédicteur linéaire de la forme

Ŷ (x0) =

n∑

i=1

λiY (xi).

Un choix convenable des coefficients λi garantit que le terme d’erreur Ŷ (x0) − Y (x0) est une
combinaison linéaire admissible d’ordre q, dont on peut donc calculer la norme quadratique.

E.3.1 Calcul de l’erreur quadratique moyenne

Soit δ(x0) =
∑n

i=1 λiδxi − δx0 une mesure admissible d’ordre q (δ(x0) ∈ Λdq). Alors

δ(x0) · Y =

n∑

i=1

λiY (xi)− Y (x0) = Ŷ (x0)− Y (x0)

est une combinaison linéaire admissible d’ordre q, et la formule (E.2) donne l’expression de
l’erreur quadratique moyenne,

E

[(
Ŷ (x0)− Y (x0)

)2]
=

n∑

i,j=1

λiλjk(xi − xj)− 2

n∑

i=1

λik(xi − x0) + k(0)

= tc0Kc0 − 2tc0k0 + k(0),

avec c0 = t(λ1, . . . , λn),K = (k(xi − xj))1≤i,j≤n et k0 = (k(xi − x0))1≤i≤n. Le prédicteur de

krigeage intrinsèque sera obtenu en minimisant (E.5), sous la contrainte δ(x0) ∈ Λdq .

E.3.2 Équations du krigeage intrinsèque

Minimiser l’équation (E.5) sachant que δ(x0) est une mesure admissible d’ordre q conduit au
système




argmin
c0∈Rn

tc0Kc0 − 2tc0k0

tMc0 = m0,
(E.5)

avec

M = (xli)
|l|=0,...,q

i=1,...,n ;

m0 = (xl0)|l|=0,...,q,

où les exposants l sont rangés d’une certaine façon. On reconnaît le système de krigeage universel
(2.22), où les matrices de corrélation stationnaires R et r0 sont remplacées par les matrices de
covariance généralisées K et k0 (le remplacement des matrices de covariance par les matrices de
corrélation est possible dans le cas stationnaire mais pas dans le cas intrinsèque). On a vu que
la solution du système (E.5) est

Ŷ0 =
tm0β̂ + tk0K

−1(Y n −Mβ̂),
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avec β̂ = (tMK−1M)
−1tMK−1Y n l’estimateur des moindres carrés pondérés de β̂, et

EQM(x0) = k(0)− tk0K
−1k0 +

tγ(tMK−1M)
−1
γ,

avec γ = m0 − tMK−1k0.

Remarque E.3.1 [26, 31]
– Le système obtenu est le même que pour le krigeage universel, la covariance généralisée

remplaçant la covariance stationnaire ;
– le prédicteur et la variance de krigeage ne dépendent que de la classe d’équivalence de la

fonction de covariance généralisée considérée ;
– il a été supposé implicitement que le système du krigeage intrinsèque (E.5) a toujours une

solution. Ceci n’est vrai que si m0 appartient à l’espace vectoriel généré par les colonnes
de M : cette condition devant être vérifiée pour tout m0, les colonnes de M doivent être
linéairement indépendantes (revoir la remarque 1.3.20). Cette condition, ajoutée à une
covariance généralisée conditionnellement semi-définie positive d’ordre q et des données
distinctes, assure que le système de krigeage intrinsèque admet une solution unique ;

– la propriété d’absence de biais est vérifiée par définition d’un IRF–q, car la combinaison
linéaire admissible d’ordre q Ŷ (x0)− Y (x0) est de moyenne nulle ;

– l’utilisation de combinaisons linéaires admissibles implique la propriété d’invariance
suivante : l’ajout d’un polynôme quelconque

∑q
|l|=0 alx

l à Y (x) ne change pas la valeur

de Ŷ (x0) = Y (x0) ;
– afin de calculer l’estimateur « plug-in » de krigeage intrinsèque, il faut estimer les

paramètres de covariance. Pour cela, il est impossible d’utiliser le maximum de
vraisemblance, car la vraisemblance n’est pas définie pour certaines combinaisons linéaires
du processus. On peut cependant utiliser le maximum de vraisemblance restreint.



Annexe F

Premiers moments (tronqués) de la loi
normale mono-dimensionnelle

Nous donnons ici les formules permettant de calculer les moments (tronqués) d’ordre 1 et 2
d’une loi normale univariée. Rappelons tout d’abord que

1√
2π

∫ b

a
exp

(
−x

2

2

)
dx = Φ(b)− Φ(a),

où Φ(·) est la fonction de répartition de la loi normale standard N (0, 1). Posant u = (a−m)/σ
et v = (b−m)/σ, on obtient facilement

1

σ
√
2π

∫ b

a
x exp

{
−(x−m)2

2σ2

}
dx =

σ√
2π

[
− exp

(
−x

2

2

)]v

u

+m (Φ(v)− Φ(u)) ;

1

σ
√
2π

∫ b

a
x2 exp

{
−(x−m)2

2σ2

}
dx = (m2 + σ2) (Φ(v)− Φ(u)) +

σ2√
2π

[
−x exp

(
−x

2

2

)]v

u

+
2σm√
2π

[
− exp

(
−x

2

2

)]v

u

.
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Annexe G

Formules de discrépance

Nous démontrons ici les formules de discrépance pour l’ajout d’un nouveau point énoncées
au § 4.1.1.

G.1 Discrépance L∞

Pour fixer les idées, considérons tout d’abord le cas fictif n = 0 (aucun point échantillonné
pour le moment). On cherche à évaluer la discrépance L∞ au point y ∈ [0, 1],

D∞(y) = sup
z∈[0,1]

|F1(z)− FU (z)|,

avec F1(·) la fonction de répartition empirique de l’échantillon {y} et FU (·) la fonction de
répartition de la loi uniforme sur [0, 1].

✻

�
�

�
�
�
�
�
�
�
�
�
�

✲
y0 1

1

•

✻

❄

✻

❄

y

1-y

y

Figure G.1 – Calcul de la discrépance au nouveau point y, avec aucun point encore échantillonné.
La fonction de répartition empirique est représentée en trait fort, la fonction de répartition
uniforme en trait fin.

On remarque sur la figure G.1, où les courbes représentatives des fonctions F1(·) et FU (·) sont
représentées respectivement en trait fort et en trait fin, pour une valeur arbitraire de y repérée
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par un point, que le maximum est atteint au point y, et on obtient

D∞(y) = sup(y, 1− y).

Revenons alors au cas général (rappelons que l’on a supposé 0 ≤ y1 < y2 · · · < yn ≤ 1).

G.1.1 Démonstration de la proposition 4.1.1

Par analogie avec le cas trivial présenté ci-dessus, on remarque tout d’abord que le supremum
de la quantité

|Fn+1(z)− FU (z)|,
avec Fn+1(·) la fonction de répartition empirique de l’échantillon {y1, . . . , yn, y} et FU (·) la
fonction de répartition de la loi uniforme sur [0, 1], est atteint en l’un (ou plusieurs) des
points y1, . . . , yn, y. Il reste donc à évaluer les quantités d−(z) = |Fn+1(z

−) − FU (z
−)| et

d+(z) = |Fn+1(z
+)− FU (z

+)| en ces points. Ces quantités dépendent de la position du point y.
– Si 0 ≤ y1 < . . . yi < y < yi+1 < · · · < yn ≤ 1, on obtient le tableau de valeurs suivant.

y1 . . . yi y yi+1 . . . yn
d− y1 . . . |yi − i−1

n+1 | |y − i
n+1 | |yi+1 − i+1

n+1 | . . . |yn − n
n+1 |

d+ |y1 − 1
n+1 | . . . |yi − i

n+1 | |y − i+1
n+1 | |yi+1 − i+2

n+1 | . . . 1− yn

– Si y = yi pour un certain i, les valeurs prises par d+ et d− sont données ci-dessous.

y1 . . . yi−1 y = yi yi+1 . . . yn
d− y1 . . . |yi−1 − i−2

n+1 | |yi − i−1
n+1 | |yi+1 − i+1

n+1 | . . . |yn − n
n+1 |

d+ |y1 − 1
n+1 | . . . |yi−1 − i−1

n+1 | |yi − i+1
n+1 | |yi+1 − i+2

n+1 | . . . 1− yn
Donc,

Dn
∞(y) =





sup(y, |y − 1
n+1 |, R0,1), si y ∈ [0, y1[ ;

sup(|y − i
n+1 |, |y − i+1

n+1 |, Ri,i+1), si y ∈]yi, yi+1[, 1 ≤ i < n ;

sup(|y − n
n+1 |, 1− y,Rn,n+1), si y ∈]yn, 1],

avec

R0,1 = sup

(∣∣∣∣y1 −
1

n+ 1

∣∣∣∣ ,
∣∣∣∣y1 −

2

n+ 1

∣∣∣∣ , . . . ,
∣∣∣∣yi −

i

n+ 1

∣∣∣∣ ,
∣∣∣∣yi −

i+ 1

n+ 1

∣∣∣∣ , . . . ,
∣∣∣∣yn −

n

n+ 1

∣∣∣∣ , 1− yn
)

;

Ri,i+1 = sup
(
y1,

∣∣∣∣y1 −
1

n+ 1

∣∣∣∣ , . . . ,
∣∣∣∣yi −

i− 1

n+ 1

∣∣∣∣ ,
∣∣∣∣yi −

i

n+ 1

∣∣∣∣ ,
∣∣∣∣yi+1 −

i+ 1

n+ 1

∣∣∣∣ ,
∣∣∣∣yi+1 −

i+ 2

n+ 1

∣∣∣∣ , . . . ,
∣∣∣∣yn −

n

n+ 1

∣∣∣∣ , 1− yn
)

pour i = 1, . . . , n− 1 ;

Rn,n+1 = sup

(
y1,

∣∣∣∣y1 −
1

n+ 1

∣∣∣∣ , . . . ,
∣∣∣∣yi −

i− 1

n+ 1

∣∣∣∣ ,
∣∣∣∣yi −

i

n+ 1

∣∣∣∣ , . . . ,
∣∣∣∣yn −

n− 1

n+ 1

∣∣∣∣ ,
∣∣∣∣yn −

n

n+ 1

∣∣∣∣
)
.

Remarquons au passage que, pour i = 1, . . . , n,

Dn
∞(yi) = sup

(
y1,

∣∣∣∣y1 −
1

n+ 1

∣∣∣∣ , . . . ,
∣∣∣∣yi−1 −

i− 2

n+ 1

∣∣∣∣ ,
∣∣∣∣yi−1 −

i− 1

n+ 1

∣∣∣∣ ,
∣∣∣∣yi −

i− 1

n+ 1

∣∣∣∣ ,
∣∣∣∣yi −

i+ 1

n+ 1

∣∣∣∣ ,
∣∣∣∣yi+1 −

i+ 1

n+ 1

∣∣∣∣ ,
∣∣∣∣yi+1 −

i+ 2

n+ 1

∣∣∣∣ , . . . ,
∣∣∣∣yn −

n

n+ 1

∣∣∣∣ , 1− yn
)
.
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On écrit ensuite l’expression de la discrépance sans les valeurs absolues,

Dn
∞(y) =





sup(y, 1
n+1 − y,R0,1), si y ∈ [0, y1[∩[0, 1

n+1 [ ;

sup(y,R0,1), si y ∈ [0, y1[∩[ 1
n+1 , 1] ;

sup( i+1
n+1 − y,Ri,i+1), si y ∈]yi, yi+1[∩[0, i

n+1 [ ;

sup(y − i
n+1 ,

i+1
n+1 − y,Ri,i+1), si y ∈]yi, yi+1[∩[ i

n+1 ,
i+1
n+1 [ ;

sup(y − i
n+1 , Ri,i+1), si y ∈]yi, yi+1[∩[ i+1

n+1 , 1] ;

sup(1− y,Rn,n+1), si y ∈]yn, 1] ∩ [0, n
n+1 ] ;

sup(y − n
n+1 , 1 − y,Rn,n+1), si y ∈]yn, 1] ∩ [ n

n+1 , 1],

ce qui permet déjà de constater que la fonction Dn
∞(·) est affine par morceaux, de pentes −1, 0, 1.

En prenant des intervalles encore plus petits, de façon à ne plus avoir de suprema, et en supposant
(provisoirement) que Dn

∞ est continue (ce qui permet de fermer tous les intervalles), on retrouve
la formule de la proposition 4.1.1.

G.1.2 Preuve de la continuité de Dn
∞(·)

Afin de démontrer que Dn
∞(·) est continue, il suffit de démontrer que Dn

∞ est continue aux
points y1, y2, . . . , yn, car on vient de voir qu’entre les points 0, y1, y2, . . . , yn, 1, Dn

∞ est affine de
pente −1, 0, ou 1. Montrons par exemple que Dn

∞ est continue à gauche en yi, 1 < i < n (les
autres cas se démontrent de manière analogue). On a vu que

Dn
∞(yi) = sup

(
y1,

∣∣∣∣y1 −
1

n+ 1

∣∣∣∣ , . . . ,
∣∣∣∣yi−1 −

i− 2

n+ 1

∣∣∣∣ ,
∣∣∣∣yi−1 −

i− 1

n+ 1

∣∣∣∣ ,
∣∣∣∣yi −

i− 1

n+ 1

∣∣∣∣ ,
∣∣∣∣yi −

i+ 1

n+ 1

∣∣∣∣ ,
∣∣∣∣yi+1 −

i+ 1

n+ 1

∣∣∣∣ ,
∣∣∣∣yi+1 −

i+ 2

n+ 1

∣∣∣∣ , . . . ,
∣∣∣∣yn −

n

n+ 1

∣∣∣∣ , 1− yn
)
.

Lorsque yi−1 < y < yi,

Dn
∞(y) = sup

(
y1,

∣∣∣∣y1 −
1

n+ 1

∣∣∣∣ , . . . ,
∣∣∣∣yi−1 −

i− 2

n+ 1

∣∣∣∣ ,
∣∣∣∣yi−1 −

i− 1

n+ 1

∣∣∣∣ ,
∣∣∣∣y −

i− 1

n+ 1

∣∣∣∣ ,
∣∣∣∣y −

i

n+ 1

∣∣∣∣ ,
∣∣∣∣yi −

i

n+ 1

∣∣∣∣ ,
∣∣∣∣yi −

i+ 1

n+ 1

∣∣∣∣ , . . . ,
∣∣∣∣yn −

n

n+ 1

∣∣∣∣ , 1− yn
)
.

En faisant tendre y vers yi dans Dn
∞(y), on constate que seul le terme

∣∣∣yi − i
n+1

∣∣∣ n’apparaît pas

dans Dn
∞(yi), ce qui implique que

Dn
∞(·) n’est pas continue à gauche en yi ⇔

∣∣∣∣yi −
i

n+ 1

∣∣∣∣ > Dn
∞(yi).

En particulier, si Dn
∞(·) n’est pas continue à gauche en yi, alors

∣∣∣∣yi −
i

n+ 1

∣∣∣∣ > sup

(∣∣∣∣yi −
i− 1

n+ 1

∣∣∣∣ ,
∣∣∣∣yi −

i+ 1

n+ 1

∣∣∣∣
)
,

ce qui est impossible. Donc Dn
∞(·) est continue à gauche en yi. �
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G.2 Discrépance L1

Ordonnons l’échantillon {y1, . . . , yn, y} dans l’ordre croissant y(1) ≤ y(2) ≤ · · · ≤ y(n+1).
Supposons pour commencer que les yi, i = 1, . . . , n + 1 sont tous distincts. La fonction de
répartition empirique s’écrit

Fn+1(z) =





0, si z ∈ [0, y(1)[ ;
1

n+1 , si z ∈ [y(1), y(2)[ ;
...

n
n+1 , si z ∈ [y(n), y(n+1)[ ;

1, si z ∈ [y(n+1), 1].

Nous cherchons à évaluer

Dn
1 (y) =

∫

[0,1]
|z − Fn+1(z)| dz.

Dn
1 (y) =

∫ y(1)

0
|z| dz +

n∑

i=1

∫ y(i+1)

y(i)

∣∣∣∣z −
i

n+ 1

∣∣∣∣ dz +
∫ 1

y(n+1)

|z − 1|dz

=
y2(1)

2
+

n∑

i=1

{∫ i
n+1

y(i)

∣∣∣∣z −
i

n+ 1

∣∣∣∣ dz +
∫ y(i+1)

i
n+1

∣∣∣∣z −
i

n+ 1

∣∣∣∣dz
}

+
(1− y(n+1))

2

2

=
y2(1)

2
+

n∑

i=1

{
(−1)1] i

n+1 ,∞[
(y(i)) (y(i) − i

n+1)
2

2
− (−1)1] i

n+1 ,∞[
(y(i+1)) (y(i+1) − i

n+1)
2

2

}
+

(1− y(n+1))
2

2
.

Regroupant les termes en y(i), on obtient la formule voulue,

Dn
1 (y) =

1

2

n+1∑

i=1

{
(−1)1] i

n+1 ,∞[
(y(i))

(
y(i) −

i

n+ 1

)2

− (−1)
1
] i−1
n+1 ,∞[

(y(i))
(
y(i) −

i− 1

n+ 1

)2
}
,

qui est bien un polynôme de degré 2 par morceaux continu en y. La proposition 4.1.3 est ainsi
démontrée.
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G.3 Discrépance L2

Ordonnons l’échantillon {y1, . . . , yn, y} dans l’ordre croissant comme au paragraphe
précédent, y(1) ≤ y(2) ≤ · · · ≤ y(n+1). On peut alors calculer

Dn
2 (y) =

√∫ 1

0
(z − Fn+1(z))

2dz

=

√√√√
∫ y(1)

0
z2dz +

n∑

i=1

∫ y(i+1)

y(i)

(
z − i

n+ 1

)2

dz +

∫ 1

y(n+1)

(1− z)2dz

=

√√√√y3(1)

3
+

1

3

n∑

i=1

[(
y(i+1) −

i

n+ 1

)3

−
(
y(i) −

i

n+ 1

)3
]
+

(1− y(n+1))
3

3

=

√√√√1

3

n+1∑

i=1

[(
y(i) −

i− 1

n+ 1

)3

−
(
y(i) −

i

n+ 1

)3
]
,

qui est une fonction continue en y, et la proposition 4.1.4 est démontrée.



Annexe H

Distance de Wasserstein

Nous définissons ici dans un premier temps la distance de Wasserstein, puis démontrons la
formule du critère d’ajout de point proposé à la remarque 4.1.2.

H.1 Définition et propriétés

Nous considérons dans la suite la version L2 de la distance de Wasserstein [37, 138] par
simplicité des calculs associés.

Définition H.1.1 [67] Soient µ et ν deux lois de probabilité définies sur un même espace
probabilisé. On appelle distance de Wasserstein entre µ et ν, et on note W (µ, ν), la quantité

W (µ, ν) = inf
X∼µ,Y∼ν

√
E(X − Y )2 = inf

X∼µ,Y∼ν

√
EX2 + EY 2 − 2EXY .

Les lois µ et ν étant connues, la quantité à minimiser dépend de la loi jointe du couple (X,Y ) :
la recherche du minimum ci-dessus est équivalente à la recherche de sup

X∼µ,Y∼ν
EXY .

Théorème H.1.2 (Théorème de la réciproque)[67] La distance de Wasserstein est atteinte pour
les v.a. suivantes, définies sur ([0, 1],B([0, 1]),dx),

X0(ω) = inf{x ∈ R|µ(]−∞, x] ≥ ω)} = inf{x ∈ R|Fµ(x) ≥ ω)}
Y0(ω) = inf{x ∈ R|ν(]−∞, x] ≥ ω)} = inf{x ∈ R|Fν(x) ≥ ω)},

appelées réarrangées croissantes de µ et ν.

On a donc
W (µ, ν) =

√
EX2

0 + EY 2
0 − 2EX0Y0.

H.2 Critère d’ajout de point utilisant la distance de Wasserstein

Nous allons construire un critère d’ajout de point utilisant les résultats du paragraphe
précédent. Considérons un ensemble d’observations distinctes {y1, . . . , yn} dans [0, 1]. On souhaite
observer un nouveau point y = yn+1 dans [0, 1]. Afin de guider notre choix, nous allons minimiser
la distance de Wasserstein entre la mesure empirique associée à l’échantillon {y1, . . . , yn, yn+1} et
la mesure uniforme sur [0, 1]. On considère la statistique d’ordre y(1) < y(2) < · · · < y(n) < y(n+1).
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Proposition H.2.1 Si µ ∼ U([0, 1]) et νn(y) ∼ 1/(n + 1)(
∑n

i=1 δyi + δy), alors

Wn(y) =W (µ, νn(y)) =

√√√√1

3
+

1

n+ 1

n+1∑

i=1

y2i −
1

(n+ 1)2

n+1∑

i=1

(2i − 1)y(i) ,

où yn+1 = y.

Preuve Construisons les réarrangées croissantes du théorème H.1.2. Clairement, pour ω ∈ [0, 1],

X0(ω) = inf{x ∈ R|FU (x) ≥ ω)} = ω

Y0(ω) = inf{x ∈ R|Fνn(y)(x) ≥ ω)} = y(1)1[0, 1
n+1

](ω) +
∑n+1

i=2 y(i)1] i−1
n+1

, i
n+1

](ω).

Appelons µ0 et ν0 les lois suivies respectivement par X0 et Y0. On obtient immédiatement que la
densité de la loi jointe du couple (X0, Y0) est donnée par

d(µ0, ν0)(x, y) =
n+1∑

i=1

1[ i−1
n+1

, i
n+1

](x) dx δy(i)(y).

On en déduit que

Wn(y)
2 = W (µ0, ν0)

2

= EX2
0 + EY 2

0 − 2EX0Y0

=

∫

[0,1]
x2dx+

1

n+ 1

n+1∑

i=1

y2(i) − 2

∫

R2

xy d(µ0, ν0)(x, y)

=
1

3
+

1

n+ 1

n+1∑

i=1

y2i − 2

n+1∑

i=1

y(i)

∫

[ i−1
n+1

, i
n+1

]
xdx

=
1

3
+

1

n+ 1

n+1∑

i=1

y2i −
n+1∑

i=1

y(i)

[(
i

n+ 1

)2

−
(
i− 1

n+ 1

)2
]

=
1

3
+

1

n+ 1

n+1∑

i=1

y2i −
1

(n+ 1)2

n+1∑

i=1

(2i− 1)y(i). �



Annexe I

Une distance pour mesurer
l’éloignement de deux plans

Nous montrons ici que la fonction dI introduite au chapitre 5 est bien une distance. Rappelons
tout d’abord les notations utilisées. Si A = {a1, . . . , an} et B = {b1, . . . , bn} sont deux ensembles
à n points de Rd, on note

dI(A,B) =
1

n
min
τ∈Sn

n∑

i=1

∥∥ai − bτ(i)
∥∥
2
,

où Sn désigne l’ensemble des permutations de {1, . . . , n}.

Proposition I.0.2 La fonction dI(·, ·) est une distance sur (Rd)
n
.

Preuve
– (symétrie)

dI(A,B) =
1

n
min
τ∈Sn

n∑

i=1

∥∥aτ−1(i) − bi
∥∥
2

=
1

n
min
τ∈Sn

n∑

i=1

∥∥bi − aτ−1(i)

∥∥
2

=
1

n
min
τ ′∈Sn

n∑

i=1

∥∥bi − aτ ′(i)
∥∥
2

= dI(B,A) ;

– (positivité) dI(A,B) ≥ 0, et

dI(A,B) = 0 ⇔ ∃τ ∈ Sn, ‖ai − bτ(i)‖2 = 0 ∀i = 1, . . . , n

⇔ ∃τ ∈ Sn, ai = bτ(i) ∀i = 1, . . . , n

⇔ A = B ;
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– (inégalité triangulaire) Soit C = {c1, . . . , cn} ∈ (Rd)
n
, alors ∀τ, τ ′ ∈ Sn,

dI(A,C) ≤ 1

n

n∑

i=1

∥∥ai − cτ(i)
∥∥
2

=
1

n

n∑

i=1

∥∥ai − bτ ′(i) + bτ ′(i) − cτ(i)
∥∥
2

≤ 1

n

n∑

i=1

(∥∥ai − bτ ′(i)
∥∥
2
+
∥∥bτ ′(i) − cτ(i)

∥∥
2

)

=
1

n

n∑

i=1

∥∥ai − bτ ′(i)
∥∥
2
+

1

n

n∑

i=1

∥∥bτ ′(i) − cτ(i)
∥∥
2

=
1

n

n∑

i=1

∥∥ai − bτ ′(i)
∥∥
2
+

1

n

n∑

i=1

∥∥bi − cττ ′−1(i)

∥∥
2

=
1

n

n∑

i=1

∥∥ai − bτ ′(i)
∥∥
2
+

1

n

n∑

i=1

∥∥bi − cτ ′′(i)
∥∥
2
,

avec τ ′′ = ττ ′−1. L’inégalité étant vraie pour tous τ ′, τ ′′ ∈ Sn, on en déduit

dI(A,C) ≤ 1

n
min
τ∈Sn

n∑

i=1

∥∥ai − bτ(i)
∥∥
2
+

1

n
min
τ∈Sn

n∑

i=1

∥∥bi − cτ(i)
∥∥
2

= dI(A,B) + dI(B,C). �



Annexe J

Triangles de Delaunay et cellules de
Voronoi

Soit S un ensemble de points de Rd, appelés sites. Les polyèdres de Delaunay et les diagrammes
de Voronoi [14, 16, 52] sont des outils duaux permettant de partager l’espace en régions à partir
de l’ensemble S. Nous illustrons ici le principe des deux méthodes en dimension d = 2 (on
appellera alors les constructions triangles de Delaunay et cellules de Voronoi), et donnons des
applications possibles de ces constructions. Dans la suite, on supposera donné un ensemble de
sites x1, . . . , xn ∈ R2.

J.1 Triangles de Delaunay

Les triangles de Delaunay sont construits en prenant pour sommets les éléments de S.

Définition J.1.1 [52] La triangulation de Delaunay de S est l’unique famille de triangles ayant
pour sommets l’ensemble des éléments de S, telle qu’aucun élément de S ne soit à l’intérieur du
cercle circonscrit d’aucun des triangles de la famille.

Remarque J.1.2
– Il est sous-entendu que cette décomposition existe toujours et est unique ;
– il peut arriver que deux cercles circonscrits soient confondus. Dans ce cas, le « triangle »

de Delaunay correspondant n’est plus un triangle, mais un quadrilatère (en toute rigueur,
les « triangles » de Delaunay sont des polygones).

On a tracé sur la figure J.1 la triangulation de Delaunay de 20 points dans [0, 1]2, représentés par
des cercles, obtenue avec la commande Matlab delaunay (notons que cette commande retourne
des triangles même si des cercles circonscrits sont confondus).

La triangulation de Delaunay peut être utilisée quand on fait de l’optimisation globale d’une
fonction (voir [18]). Supposons que l’on cherche le maximum global d’une fonction f sur un
domaine X , et que S ⊂ X . Si l’on sait que f est unimodale à l’intérieur de chaque triangle de
Delaunay, un moyen assez efficace de trouver l’optimum de f sur le domaine tout entier est le
suivant :

– construire l’ensemble des triangles de Delaunay T1, . . . , TN correspondant à l’ensemble des
sites S ;

– pour chaque triangle de Delaunay Ti, calculer les coordonnées de son centre de gravité ci,
pour i = 1, . . . , N ;
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Figure J.1 – Triangulation de Delaunay à partir de 20 points dans [0, 1]2.

– lancer N fois un algorithme d’optimisation locale en prenant les ci comme points initiaux.
L’algorithme fournit alors N positions de maxima locaux o1, . . . , oN ;

– choisir comme position du maximum global

x∗ = argmax
i=1,...,N

f(oi).

Remarque J.1.3 Cette méthode suppose que les optima locaux oi trouvés par l’algorithme
appartiennent au triangle Ti. Certaines configurations de la triangulation, avec des triangles
« plats », peuvent donner lieu à un point oi situé dans un triangle adjacent au triangle Ti. On
risque alors de rater l’optimum global.

Cette technique peut être utilisée par exemple pour trouver le maximum de la variance de
krigeage, qui vaut 0 aux observations x1, . . . , xn et grandit quand on s’éloigne des sites (en
gardant à l’esprit le fait que la méthode ne garantit pas la découverte du maximum global).
La construction des polyèdres de Delaunay devient cependant rapidement coûteuse en temps de
calcul quand la dimension du domaine grandit (voir la figure J.2, où est tracée l’évolution du
nombre de polyèdres de Delaunay en fonction du nombre de sites quand le domaine d’étude est
de dimension 5).
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Figure J.2 – Nombre de polyhèdres de Delaunay en fonction de la taille du plan d’expériences
à 5 facteurs (à partir de 48 points).

J.2 Cellules de Voronoi

Le diagramme de Voronoi d’un ensemble de sites de R2 est une partition du plan en zones
déterminées par le site le plus proche.

Définition J.2.1 Le diagramme de Voronoi de S est une partition de R2 en régions C1, . . . , Cn,
appelées cellules, chaque cellule Ci correspondant au site xi, de telle façon que les points situés
dans la cellule Ci soient plus proches du site xi que de tous les autres sites de S.

Les cellules de Voronoi s’utilisent dans la recherche du plus proche voisin (§ 4.1.4.2). Si l’on doit,
de façon répétée, trouver le site le plus proche d’un point du domaine, il suffit de calculer une
fois pour toute les cellules de Voronoi correspondantes.

Sur la figure J.3 sont tracées les cellules de Voronoi associées aux mêmes 20 sites que ceux
de la figure J.1, représentés par des cercles. Les cellules sont limitées par le fait que le domaine
est borné, mais se prolongent à l’infini.

Il existe de nombreuses propriétés ainsi que d’extensions possibles des ensembles de Delaunay
et de Voronoi présentés ici, pour un aperçu desquels on pourra consulter [16].
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Figure J.3 – Cellules de Voronoi construites à partir de 20 points dans [0, 1]2.
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