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Notations principales

On note les variables aléatoires par des majuscules et leur réalisation par des minus-
cules, et en gras les suite de ces v.a. ainsi que leurs réalisations.

D = (z1,%2,---,x) ou X corpus : échantillon observé, réalisation de X
V= (vi,v2, -, 05, -+, 07) vocabulaire : label des variables ou mots

1 taille de ’espace des individus
Z={12,---,I} ensemble des indices de documents

J taille de ’espace des variables
J={1,2,---,J} ensemble des indices de mots

X;ouX variable aléatoire d’un individu document

T; document observé, réalisation de X; ou X

X =(Xy,X9,-+-,Xj,---,X1) suite de v.a. X; observée ou corpus aléatoire
D matrice du corpus

N matrice de comptage

B matrice binaire

Fjji probabilité conditionnelle empirique

fie vecteur de distribution conditionnelle empirique
N; taille du document z;

fi probabilité empirique du document z;

N,j total des occurrences du mot v; dans le corpus
fi probabilité empirique du mot v;

Dy matrice de poids des documents

Dy matrice de poids des mots

Z; ou Z variable aléatoire latente non observée

2 réalisation de Z;

Z = (Z;); variables non observées

z = (%); réalisation de Z

K={1,2,---,K} espace des valeurs prises par Z discréte

un centre J-dimensionnel de classe

m = (myg)k ensemble des centres de classe



Pko

H = (h(&k, &)k

vecteur de parameétres

probabilité du mot v; dans la classe k-iéme
vecteur de probabilités de composante P
coefficient mélangeant du k-iéme facteur
classe k-ieme dans une partition de D

k voisin de 1 sur un graphe

ensemble des voisins de k sur un graphe
fonction de voisinage établie sur un graphe
coordonnées sur le plan de Cy

matrice des voisinages

coefficient d’appartenance floue & une classe
matrice de classification floue

coefficient binaire d’affectation aux classes (Cy )y
matrice de classification

Delta de Kronecker, §(a,b) =1ssia=1b



Chapitre 1

Introduction

L’Analyse des Données forme le domaine des méthodes exploratoires qui per-
mettent de révéler et montrer les principales liaisons statistiques présentes dans une
base de données. Elle a pour objectif de donner une vision synthétique et interprétable
de lorganisation naturelle de données. Dans ce cadre, le document présent s’intéresse
a la projection 2-dimensionnelle de la structure ou distribution au sens probabiliste
du terme, de grands corpus de données par des méthodes exploratoires, issues non
seulement de la statistique, mais aussi des modeles neuronaux. L’ensemble de ces
méthodes se regroupe sous le terme méthodes de cartographie. Ce document porte
sur 1’élaboration et I’étude de nouvelles méthodes de cartographie pour
tableau de contingence. Pour ce faire, nous étudions la sous-classe des
méthodes de Cartes Auto-Organisatrices ou Cartes de Kohonen et leur
croisement avec les modeles probabilistes de mélange de lois en présentant
une vue unifiée. La principale méthode développée s’apparente a I’Analyse
Factorielle des Correspondances. Enfin, nous évaluons empiriquement les
algorithmes proposés sur des données synthétiques et textuelles.

La cartographie sur laquelle nous travaillons projette sur le plan un ensemble de
vecteurs multidimensionnels de grande taille. Pour ce faire, elle optimise un critere
choisi afin de préserver au mieux certaines caractéristiques globales ou locales de
la distribution des données. Une cartographie fournit donc un résultat final sous la
forme d’un paysage qui dessine une vue de ’information contenue dans un corpus de
documents. Au deld de I'aspect visualisation d’un nuage de points multidimensionnels
sur un plan, la cartographie offre de nombreuses autres applications possibles. Les
méthodes de cartographie étudiées effectuent une classification des données
avec une contrainte de voisinage. C’est pourquoi, elles sont aptes a des
applications en classification, et visualisation synthétique des données,
ainsi qu’en navigation intuitive, indexation et en gémnéral a 1’extraction
automatique de connaissances.

En analyse des données, se posent deux questions fondamentales lors de la construc-
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4 Introduction

tion ou l'utilisation des modeéles : comment interpréter ou rendre interprétables les
résultats. En effet, si les statistiques permettent généralement d’analyser et de tirer des
conclusions précises d’un résultat, ce n’est pas toujours le cas des méthodes de réseaux
de neurones artificiels souvent qualifiées de méthodes boite noire. Nous essayerons
de répondre a la question d’interprétabilité des résultats, notamment
dans le cas particulier de I’Analyse de Données Textuelles en posant des
indicateurs numériques. Nous utiliserons essentiellement la distribution
multinomiale pour sa simplicité et sa pertinence classificatoire reconnue
dans le domaine.

L’intérét des données étudiées, données textuelles, réside dans la complexité du
langage sous-jacent et de son caractére qualitatif et souvent approximatif : cela explique
d’ailleurs le choix d’un formalisme statistique. Ce dernier est a méme d’extraire les
corrélations inconnues entre un grand nombre de variables tout en tenant compte
du bruit, source d’erreur mais également de la diversité. On abordera le principe
de réduction de dimension en général en le particularisant a la réduction contrainte
en carte topologique. Une fagon originale de construire une cartographie a
partir de la notion de segmentation d’image sera également développée et
commentée.

La donnée texte permettra d’appliquer nos résultats et de valider I'approche. Elle
constitue I’essentiel de la suite de cette introduction, précédant la présentation du plan.
Les notions de document et de mot sont en réalité trés générales; elles font référence
dans la suite aux tableaux de contingence I x J quelconques pour des données appelées
qualitatives ; par exemple ce sont les vecteurs de distributions discretes finies comme
on en trouve dans le domaine du traitement d’image, ou dans les sciences sociales.
D’ailleurs, les tableaux de comptage englobent la plupart des lois connues pour peu
que les échantillonnages empiriques soient convenables.

1.1 Traitements automatisés de corpus

Les domaines de recherche visant ’exploitation des données textuelles connaissent
un essor important avec la croissance des capacités de stockage informatique. Le trai-
tement automatique des corpus textuels est pourtant le sujet de recherches intensives
depuis plusieurs décennies. Il se pose aujourd’hui en problématique majeure depuis
quelques années avec le développement des moyens et usage des communications
électroniques en tout lieu et tout temps : mails, newsgroups, Internet, télétravail,
enseignement a distance, téléconférence... Exploiter les nombreuses bases de données
structurées, hétérogeénes ou multimédia, distribuées, dynamiques, et en volume
croissant avec des thématiques apparaissant, disparaissant, se déplacant, évoluant
ou mutant sans cesse, reste encore aujourd’hui un véritable challenge scientifique et
technologique. Le multimédia est I'information d’aujourd’hui et plus encore de demain;
son usage suppose la maitrise du son, de 'image fixe et animée ainsi que du texte.
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Méme aujourd’hui oli le multimédia se développe rapidement, la donnée texte demeure
largement le media le plus employé; justement, le document présent s’intéresse a la
manipulation du média texte dans le but d’en obtenir de l'information pertinente et
accessible, de facon rapide et efficace.

L’analyse textuelle peut se répartir en différentes thématiques, suivant I’'objectif que
I'on se fixe, elle s’intéresse & :

e La représentation des données textuelles, par exemple, une représentation sous
forme vectorielle, une représentation sous forme séquentielle,

e [’indexation de corpus et leur interrogation afin de retrouver & partir d’une ques-
tion les documents les plus pertinents,

e La classification qui construit des ensembles de textes le plus homogene possible,

e La catégorisation ou filtrage des textes qui placent les textes dans des catégories
prédéfinies en essayant de cibler la “bonne” catégorie,

e La visualisation des textes, c’est-a-dire rechercher une représentation intuitive
et synthétique pour observer les caractéristiques ou structure d’un corpus (mot,
phrase, paragraphe, partie, texte),

e [’étude de contenu ou comment obtenir une information intelligible et
compréhensible pour rechercher les relations entre les mots ou les textes du cor-
pus,

e La navigation dans un corpus, problématique d’THM (Interface Homme Machine),

e La détection d’un nouveau théme, ou comment détecter une nouvelle classe de
textes ou de mots,

e La construction de dictionnaires, de synonymes, antonymes, définition, ou leur
utilisation,

e La construction des modeles de langages ou de grammaire qui offre un moyen de
trouver la probabilité d’apparition d’un mot & la suite de précédents, le moyen de
donner le genre grammatical d’'un mot dans une phrase, et consolider les modéles
en reconnaissance de la parole, les correcteurs orthographiques et les traducteurs
automatiques,

e La construction de réseaux conceptuels pour la formalisation de connaissances,

e La création de résumés automatiques, et remplissage de formulaires, etc...

Ceci constitue la plupart des traitements envisageables & partir d’un corpus de
textes ; il est possible d’en ajouter beaucoup d’autres en prenant en compte les inter-
actions avec les autres média que sont le son et I'image. Par rapport a ces traitements,
on distingue a part le codage des textes, comme étant le résultat d’un passage du
format électronique ou numérique & un format & préciser, apte & une modélisation
mathématique pour obtenir un résultat donné. Ce codage rejoint la problématique de
la représentation des données puisque suivant le cas, on aura besoin du texte dans
son intégralité ou seulement d’une partie, sous la forme de comptages, dont la nature
influe sur la maniére de stocker les données. Le langage est une donnée complexe, il
est effectivement bruité, incertain du fait que non seulement son écrit puisse étre en-
taché d’erreurs (orthographe, faute grammaticale, ponctuation, typographie, ...), mais
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en plus, du fait du domaine du subjectif (ou qualitatif), il existe plusieurs maniéres
de dire la méme chose ou de la comprendre suivant le contexte. D’ailleurs, la langue
posséde de nombreux effets de style littéraire. Le mot lui méme peut porter a confu-
sion : synonyme, polysémie, homonymie, par exemple, rendent un terme finalement
hasardeux. Enfin, comme le vocabulaire est trés large et spécialisé suivant le domaine,
les algorithmes développés pour résoudre tel ou tel probléme peuvent étre pris a défaut
par des mots inconnus ou pire, un changement de langue. L’idéal serait d’avoir une
machine capable de comprendre le sens de 1’écrit, mais une telle machine n’existe pas
encore, si ce n’est dans le domaine du vivant. Notre domaine d’application sera
principalement ’analyse de données textuelles, i.e. la visualisation (avec
indicateurs quantitatifs) de la structure d’un corpus pour l’extraction de
connaissances textuelles. Nous ferons un bref détour sur les problématiques
de classification et de fagon moindre la recherche de documents. La suite de
cette introduction développe briévement la problématique générale de I’analyse tex-
tuelle et des méthodes statistiques employées dans le domaine, puis expose le plan du
document en décrivant les chapitres a venir sur la cartographie.

1.2 Texte, corpus, terme, et dictionnaire

Un mot (ou terme) est une suite de caractéres appartenant & un ensemble de ca-
ractéres définis. Les mots d’un texte sont séparés par des caractéres appelés séparateurs.
Un texte t; est une suite de mots écrits dans un langage donné suivant des regles précises
de vocabulaire, d’orthographe, et de grammaire. Un corpus est un ensemble de textes t;
pour i allant de 1 & I, chaque texte représenté formellement par la notation ;. On utilise
une représentation numérique adaptée & son traitement[l, 2, 3] automatique pour en
extraire de I'information. L’ensemble (ou sous-ensemble) des mots distincts cités dans
un corpus est nommé dictionnaire (ou vocabulaire).

1.3 Représentation textuelle a partir du dictionnaire

On dispose d'un corpus de I documents notés D = {z;}:=] ol z; est le i-tme
document. On construit! un dictionnaire de J mots notés V = {U]};if ol v; est le
j-iéme mot ou terme?. On notera les ensembles d’indices Z = [1,I] et J = [1, J].

Représentation séquentielle

Une fois déterminé le dictionnaire, un texte est une suite de mot pris dans le dic-
tionnaire. En négligeant la ponctuation et les mots non retenus, on obtient I’événement
"Ti1, iz, Tijg;|” OU |z| correspond & la taille du texte, le nombre de mots le com-
posant et z; € V. La représentation séquentielle évalue la probabilité de I’événement
d’un mot donné conditionnellement & la suite le précédant. On fait ’hypotheése que la

Lcf. partie suivante (vectoriel), et chapitre Applications
2ordonné par ordre d’arrivée, lexical ou méme fréquentiel
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probabilité d’un mot 4 la position ¢ dans le texte ne dépend que des A mots le précédant
ou plus précisément min(h,t) pour les h premiers mots du texte. On appelle historique
les mots précédents z;, que ’on note hy. On écrit alors la probabilité du #1€™M€ mot dans
un texte comme :

P(m|zs 1,y Topy T—p—1, -+, 1) = P(x4]hy) (1.1)

On en déduit finalement la probabilité d’un document ou suite de mots, en particula-
risant h; a un texte donné observé z; en indicant par i :

t=|z;]

zi) = [[ Pl@ilhs) (1.2)
t=1

On en dérive les modeles de langage[4] les plus usités pour k=1,2,3 avec v; est un
événement mot : unigramme pour h=0, bigramme pour h=1, trigramme pour h=2.

Exemple 1
Pour la séquence de mots "a b ¢ d e” et un historique de taille 2, on a :

P(a,b,c,d,e) = P(a)P(b|_a )P(c| a,b)P d| b,c) e|£,c.1)
~~ —~—

h2 h3 h

Cette approche permet également de définir les cooccurrences de mots de maniére
générale. Par exemple on compte le nombre de couples de mots consécutifs (vj1,v;2)
dans le corpus. La définition peut s’étendre & des contextes plus larges en comptant dans
des fenétres d’un nombre fixe de mots par exemple, ou méme 4 des paragraphes entiers.

Un autre modele suppose la suite de mots ou ses étiquettes comme une réalisation
observée conditionnellement & un processus séquentiel caché z; = (21, 2o, - - ,zi|zi|),
lui méme suivant une chaine de Markov. On parle de Hidden Markov Model (HMM)
ou Chaine de Markov Cachée. 1l est éventuellement possible d’appliquer un opérateur
particulier F' sur un mot observé, donnant son genre grammatical par exemple pour
construire un modele non plus du vocabulaire mais grammatical. Nous posons directe-
ment le mot v; du vocabulaire, mais remplacer par F'(v;) amenerait & une méme for-
mulation. La variable aléatoire du processus cachée non observé permet de modéliser
I’historique de fagon implicite. Un HMM pose finalement la loi jointe suivante :

t=|z;]

P(z;,2) = P(zi) P(zi1|zi1) H P(zit|zit—1) P(zit|2it)

Les z;; sont les valeurs non observées du processus caché, a valeurs discrétes ap-
pelées états. On appelle P(z;|zii—1) probabilité de transition, P(z;|z;) probabilité
d’émission ; z;; est le mot du document z; ayant lieu & la t-iéme position.
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Exemple 2
Pour la phrase ”a b ¢ d e”, on factorise P(a,b,c,d,e,z1, 29,23, 24, 25) par :
t=5
P(a|z1)P(b|z2) P(c|2z3)P(d|z4)P(e|z5)P(21) H P(z¢|ze-1)
=2

Ce genre de méthode cherche & estimer la dynamique du processus inconnu & partir
de données labellées ou non. Ensuite, on peut calculer la probabilité d’une séquence
donnée ou son processus caché le plus certain. Il existe[5] des algorithmes numériques
performants pour résoudre le probléme de marginalisation P(z;) = ), P(zi, z;)-

Exemple 3
En reprenant le HMM pour la phrase ”a b ¢ d e”, en supposant 2 états binaires pour
les variables cachées, on a

P(a,b,c,d,e)
= Zz P(G, ba ¢, d7 €,21,22,23, 24, 2'5)
= Z(zl,zz,Z3,Z4,Z5)€{0,1}5 P(CL, b7 ¢, d7 €,21,%22,23, %24, 2’5)

Cet exemple montre la problématique de ce genre de modeéle dont la taille des
espaces croit exponentiellement avec le nombre des parameétres, et s’avére trés vaste
méme pour un nombre d’états réduit. Le formalisme markovien entre dans le cadre
plus général des modeles graphiques. Contrairement aux méthodes vectorielles, les
méthodes séquentielles permettent de prédire le mot le plus probable & la suite
d’une séquence de mots. Elles servent donc en désambiguisation notamment et en
traitement du langage naturel notamment en reconnaissance du langage parlé. En
général, ces méthodes ne dépassent pas un historique supérieur & 3 étant donné la
difficulté d’estimation[4] des probabilités de séquences qui sont apprises sur un corpus
donné. Il a été proposé plus récemment des modéles & maximum d’entropie encore
plus performants sur certains benchmarks. Ils sont & base de modeles de champ de
Markov qui formalisent une dépendance plus complexe (treillis) sur les variables
aléatoires. Toutes ces méthodes sont finalement trés dépendantes du domaine couvert
dont le vocabulaire doit étre connu ainsi que son emploi courant (du point de vue
contextuel). Elles nécessitent d’ailleurs des corpus annotés (labels connus) de taille
importante pour espérer ”apprendre” (ou estimer) les probabilités de cooccurrences
contextuelles du langage. Des auteurs travaillent méme directement sur les séquences
de lettres, permettant d’accélérer notablement les algorithmes au prix d’une perte de
Pinterprétabilité directe des résultats.

Représentation vectorielle

L’article [6] est le premier[1] & faire référence & une représentation vectorielle des
textes, représentation[7] la plus fréquente encore de nos jours. La représentation vecto-
rielle fait correspondre a chacun des mots du vocabulaire la composante d’un vecteur
J-dimensionnel.
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La donnée textuelle se préte bien & la construction d’un tableau de comptages, noté
D ou N dans la suite, puisque le discours se formule par un alignement de mots tirés
d’un vocabulaire de taille finie.

Définition 1
On définit un tableau de contingence comme le tableau I x J, de cellules n;; € Ny -

n11 n1j niy
N1 Tij NiJ || Mie
nr nr; nry

| [ e | [ ee

Dans un tableau de contingence, les marges ou sommes sur les lignes ou colonnes ont
. . . L. J I
un sens puisque le tableau croise deuz variables. Ainsi, nje = Zj Nij, Nej = D ; Nij,

Nlee = 33 Mo = 325 e = D3 32 i

Il est possible de construire divers tableaux textuels de contingence a partir
des données brutes du comptage des mots dans le texte : tableau d’occurrences
mot*document ou version binaire, tableaux de cooccurrences mots*mots ou docu-
ments*documents (cas issu des comptages ou des binaires), tableau binaire des mo-
dalités éclatées (ou tableau disjonctif complet), tableau de Burt (carré par transposi-
tion). Dans la suite, nous nous intéressons exclusivement aux matrices textuelles sui-
vantes (bien que des applications aux autres cas soient envisageables) : N = [N;;];;® et
B = [Bij]z-f, ou N est la matrice ayant pour cellule N;;, le nombre d’occurrences du
j-iéme mot du corpus dans le i-eme texte du corpus, et B la matrice de cellule binaire
B;; qui indique par 1 si le j-iétme mot du corpus est apparu dans le i-éme texte du
corpus au moins une fois.

Exemple 4

Pour trois textes de séquences "a b cd e”, "a cd c”, 7d d e f7, en prenant pour vocabu-
laire {c,d, e} construit par choiz des mots les plus fréquents et ordonnés lexicalement,
on a :

1 11 111
N=1[]2 10 et B=| 11 0
0 21 011

L’intérét de travailler sur des matrices de comptages consiste en la possibilité d’étudier
directement le tableau des données en terme de distribution discrete. En effet, plusieurs
points de vue différents pour étudier un tel tableau se présentent naturellement.

3N = [Nyjlij ot Nij = #{x;, = vj,4: € [1,|z:]]} pour z; ici noté séquentiellement

N 1 silN;; >0
‘B =Byl on Byj = { 0 sinm;J
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Définition 2
Un vecteur textuel de comptage brut z; est :

ViEIxi:{Nij;jEJ} (1.3)

Définition 3
Un vecteur textuel vu comme une distribution discréte empirique est le profil ligne :

_ Nij

Yiel fz'. = {f]h = N je€ ‘.7} (1'4)

Définition 4
Un vecteur mot vu comme une distribution discréte empirique est le profil colonne :

Vi€ fu={fij=NiiieT} (1.5)

Définition 5
Une distribution jointe de la variable mot de modalités J (ouV) croisée avec la variable
document de modalités T (ou D) s’écrit :

F={f;=;(i,j) eTx T} (1.6)

Définition 6
Les marges® de F sont notées :

{fi=%tijeq}

{fi=fzsier) "

Ainsi, chaque document est représenté par un vecteur z; = (z;1, T2, - -, ;7). Dans
cette représentation vectorielle, x; est bien une observation vectorielle J-dimensionnelle,
alors que dans la représentation séquentielle précédente, il s’agissait d’une séquence ob-
servée de mots x; = (%1, Tio, -+, Tity - - ,$i|wi|) avec z;; € V; ici, x;; est une fréquence
relative f;;. Or, malgré la perte d’information sur 'ordre des mots, la représentation
vectorielle donne des résultats acceptables (bien que perfectibles) tout en étant en
général aussi bons, sinon meilleurs que les méthodes séquentielles. Les vecteurs x; per-
mettent de construire la matrice de comptage.

Exemple 5 Pour trois textes de séquences "a bc de”, "acdc”, ’dd e f”, en prenant
pour vocabulaire {c,d,e} construit par choiz des mots les plus fréquents et ordonnés
lexicalement, on a pour le texte x2, le profil ligne :

2

1
foe = (§ 3 0) puisque Nog = 3

®Elles seront renommeées en cas d’ambiguité possible en raison d’indicages différents sur une somme.
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Il est éventuellement possible de rajouter aux vecteurs de nouvelles composantes,
comme par exemples les fréquences de cooccurrences. La matrice obtenue au final
a la particularité d’étre treés creuse® car généralement peu de mots sont partagés
par deux textes différents. Elle est également a priori tres grande car le vocabulaire
(mots différents) du langage parlé croit assez rapidement avec le nombre de mots
énoncés pour atteindre un palier puisque le vocabulaire est fini. La loi de Zipf[3]
quantifie la répartition des fréquences des mots du vocabulaire (produit avec le rang
approximativement constant).

A partir de cette information brute, de nombreux auteurs[7] dérivent de nouveaux
vecteurs, cette fois-ci & valeurs réelles. La nouvelle matrice s’obtient par une transfor-
mation souvent linéaire du tableau de contingence initial. Les nouvelles valeurs servent
éventuellement & la sélection du vocabulaire en employant un seuillage sur des statis-
tiques en colonne de ces valeurs. Il a d’ailleurs été proposé des dizaines voir centaines
de pondération possibles; on emploie le terme pondération car usuellement, la trans-
formation consiste souvent en une multiplication par un facteur dépendant seulement
du mot v; considéré, et identique pour I’ensemble des documents (ligne de D ou N). La
plus usitée est certainement le "IDF”[7], correspondant au produit par ”moins l'inverse
du logarithme du nombre de documents comportant un mot donné” avec la fréquence
brute. En indexation, un utilisateur pose une question z, = [Ny Ny --- Nyt et le
systeme recherche les documents les plus proches en les classant par une fonction. 11
s’agit ici de méthodes purement géométriques. Par exemple on calcule le produit sca-
laire < zg4;z; >, ou le cosinus qui a 'intérét d’étre borné cos(zg, ;). Un document
sera d’autant plus proche de la question qu’il partagera des mots avec elle. Il est clair
que bien que trés efficace et utilisée couramment dans la plupart des moteurs de re-
cherche, cette approche ne prend pas en compte la complexité du langage en négligeant
synonymie, polysémie et autres; elle reste donc approximative. En outre, certains for-
malismes probabilistes aboutissent & des critéres de comparaison semblables. Il parait
intéressant de chercher 4 lisser les vecteurs au moment de la comparaison, c’est ce que
font les méthodes d’espace latent. Elles recherchent un sous-espace réduit qui permet
de prendre en compte une information contextuelle sous-jacente. Il s’agit de projec-
tion linéaire de la matrice textuelle ou de réduction probabiliste & 1’aide d’une variable
aléatoire de classe & dimension K << I. Ces méthodes sont difficilement utilisables &
grande échelle. La classification permet aussi d’accélérer I'acces aux documents en ne
comparant £, qu’a un nombre réduit de centres de classes. Au niveau des modeles pro-
babilistes, certains réseaux bayésiens sont employés en classification[8], [9] et indexation
[10], [11] [12]. Certaines de ces approches offrent des fonctionnalités d’interaction avec
Putilisateur. En outre, elles se résument parfois a des sommes pondérées de fonctions
discriminantes linéaires.

5Une matrice creuse est une matrice numérique qui compte un grand pourcentage de cellules nulles.
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1.4 Plan

Dans la suite de ce document, il n’y a aucune ambiguité sur la notation z; : z; a
toujours une forme vectorielle. Ce document de thése s’articule en trois grandes parties :

1. Un chapitre sur ’état de ’art des méthodes classiques de réduction par analyses
factorielles, classifications automatiques, modéles de mélange et une synthése
unifiée sur leur généralisation nommée surfaces principales discretes,

2. Un chapitre sur les diverses méthodes originales développées dans le cadre de la
thése pour une analyse exploratoire des grands tableaux de contingence textuels,

3. Un chapitre d’applications et de simulations qui illustrent numériquement les
méthodes sur des données simulées (corpus synthétique) ou réelles (corpus tex-
tuels), ainsi que visuellement par les grilles obtenues et les sorties d’un outil
prototype de navigation interactive.

La conclusion résume les différentes contributions de cette recherche et donne des
exemples de perspectives futures.



Chapitre 2

Etat de I’art en réduction par
modele de mélange de lois

Dans ce chapitre, nous nous intéressons a des tableaux de données numériques
continues ou discretes a I lignes et J colonnes. Des que les dimensions de 1’espace des
lignes ou des colonnes dépassent trois, la visualisation du nuage des données est difficile
sinon impossible. Nous présentons dans ce chapitre des méthodes de réduction de la
dimension. Nous nous restreignons a des méthodes de classification et de projection
utilisant des mélanges de lois de probabilité.

Nous allons présenter successivement des méthodes de classification par Nuées Dy-
namiques, des méthodes de projection linéaire par diagonalisation et des extensions
non-linéaires des méthodes précédentes.

2.1 Meéthodes de classification de type Nuées Dynamiques

2.1.1 Définition de la classification par partitionnement

Les méthodes de classification automatique non hiérarchique! construisent une
partition[14] des données en K ensembles disjoints notés Cj, a priori non vides, si
bien que D = U’,ﬁi{{ Cy. Elles classent les données en K groupes avec les propriétés
suivantes : chaque groupe contient au moins un objet et chaque objet appartient
exactement & un groupe. Les questions a propos de la qualité de la classification,
et du choix du nombre (inconnu) de classes sont difficiles dans le cas général. Il est
possible de déterminer un nombre de classes a ’aide de critéres statistiques. Ainsi,
le partitionnement de I données z; € D aboutit & K ensembles les plus homogénes
possibles pour le critére de classification considéré. Les ensembles volumineux de
données imposent 'utilisation d’un algorithme de classification qui conduit & une

Les méthodes de classification hiérarchique[13] partitionnent un ensemble de données sous la forme
d’une suite de classes emboitées dont la structure se représente comme un arbre binaire appelé dendro-
gramme.

13
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solution sous-optimale mais acceptable, sachant que la meilleure solution est souvent
inaccessible puisque le nombre de partitions & envisager pour un nombre[15] croissant
de classes et de données devient rapidement gigantesque.

Plus formellement, on note ¢;; les variables d’affectation aux classes qui affectent
la donnée z; a la k-iéme classe. Une partition peut s’écrire :

Vi, k ¢, € {0, 1}, Zcik =1,etVx; €ECr i, =1 (2.1)
k

La premiére condition place une donnée dans une classe unique tandis que la seconde
rappelle que la donnée ne peut appartenir qu’a une seule classe & la fois. On en déduit
que k < I. Si au lieu de coefficients binaires dans {0,1}, on emploie des valeurs dans
[0, 1], on est dans le cas de la classification floue, et I’on note les ¢ flous par p;x. Dans un
contexte probabiliste, on peut considérer ces u;; comme des probabilités a posteriori.
L’intérét d’un formalisme probabiliste parfois employé dans la suite est de pouvoir
donner un sens au partition (au dela de la régle géométrique). Une classification
floue s’écrit :

Vi, k pi € [0, 1] s Z/Lik =1 (2.2)
k
Pour passer d’une classification floue a une partition, on affecte une donnée & la classe

d’indice p;; maximum.

Le paragraphe suivant est consacré a l'algorithme des K-means, cas particulier de

celui des Nuées Dynamiques?.

2.1.2 Classification par minimisation de la variance-intra

L’algorithme des K-means[16, 17] est un cas particulier de celui des Nuées Dyna-
miques, pour des données dans R”. L’algorithme minimise le critére de variance-intra,
(solution sous-optimale). Si on appelle p; une pondération de z;, alors le critére de
variance-intra s’écrit, pour des centres de classes notés my, :

> opi Y cllei —millr, =Y D pillzi —mallk, (2.3)
7 k k x;€Cy
Dans le cas classique ou les pondérations sont toutes égales, p; = 1/1I, le critére devient :
1 1
jZZCikllmi—mkll%J = 72 D e —mallk, (2.4)
7 k k x;€Cy

La minimisation de ce critere employé dans la suite, aboutit & un partitionnement de
Iespace appelé diagramme de Voronoi. En effet, les classes solutions C sont telles que

2Les Nuées Dynamiques procédent & la maniere du K-means mais utilise un fonction quelconque
pour rattacher une donnée a une classe qui n’est elle-méme pas forcément représentée par la moyenne.
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Fig. 2.1 — Cellules de Voronoi. Sur cet exemple, les centres sont les points en trait
appuyé, et les données, les points plus petits. On distingue les frontieres du pavage de
Voronoi qui séparent les classes entre-elles. Dans chaque cellule, I’ensemble des individus
est plus proche du centre de la cellule que de n’importe quel autre centre des autres
cellules.

les individus qui leur sont affectés sont les plus proches du centre de classe my corres-
pondant ; des auteurs ont montré que les frontiéres entre classes sont des portions d’hy-
perplans. Nous présentons deux algorithmes pour effectuer ’optimisation du critere. Le
premier réévalue itérativement ’ensemble des centres & ’aide de 1’échantillon D entier
tandis que le second réévalue itérativement un centre 4 la fois apres tirage d’un unique
individu dans D. On indice les variables par n pour expliciter le pas de l'algorithme.
Pour les K-means, 0" représente au pas n, les K centres de classes my.

2.1.2.1 Les K-means

Algorithme 1 L’algorithme des K-means alterne une phase d’affectation et une phase

de calcul des centres m = {my}r. Il minimise en introduisant la matrice de classification
C = (cik), le critere E(m,C|D) =, >~ cikl|zi — mk||%J

Algorithme des K-MEANS

0. Initialisation de 6°,
1. MincE(m" !, CID) = ¥, ¥y cinlles — mP 1%,

= = 1 si|lz; — mzflﬂnJ minimum,
13 0 sinon

2. MinmE(m,C"D) =73, ch|lzi— mk||%J
= mp = % >k CheTi

3. 16" — 0" < € alors = 0,
sinon retour a 1.
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L’algorithme consiste en l'itération de deux étapes, la premieére réaffecte chaque
individu & sa classe la plus proche, pour des centres supposés fixes, de telle maniere
que E(m™~1,C®|D) < E(m™1,C"1|D), alors que la seconde recalcule les centres,
en supposant les affectations fixes, si bien que E(m®,C*D) < E(m"™ 1 C"1|D),
étant donnée la hessienne positive. Ainsi, chaque pas fait décroitre ce critére borné par
en dessous puisque positif : I’algorithme construit une suite de solutions convergentes
vers un minimum (local et atteint) du critére. En effet, le critére peut ne prendre qu’un
nombre fini de valeurs positives, comme le nombre de partitions de D : le minimum
(local) est atteint en un position stable.

La minimisation précédente revient 4 maximiser la variance interclasse car par la
formule de Huygens, l'inertie totale s’écrit?, avec mg le centre de gravité de D :

> opillei —mal|* =Y cupillzi — m| P+ DO cikpi)llmi —mall> (2.5)

k

~

WV v W
inertie totale inertie intra classes inertie inter classes

Les propriétés des estimations obtenues et du critere quadratique minimisé sont abon-
damment étudiées dans la littérature, en statistique ou en théorie de I’apprentissage,
notamment dans la théorie de Vapnick. Le critére du K-means a donné lieu également a
de nombreuses variantes dans le but d’améliorer la solution obtenue. Une classification
posant explicitement la nature de la variabilité dans les classes emploie une distribution
de classe arbitraire a priori, il s’agit des méthodes étudiées plus loin. Lorsque les données
arrivent en flux continu, l'algorithme des K-means devient séquentiel pour recalculer
les moyennes de classe apres ’arrivée d’une donnée aprés ’autre.

2.1.2.2 Variante K-means séquentielle

3 "
pour les moyennes my = ), cixpiti et le centre de gravité du nuage mg = ), piz;
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Algorithme 2 L’algorithme séquentiel des K-means ou K-means stochastique, opti-
mise le critére quadratique a partir de sa dérivée locale ou gradient stochastique. Il
minimise le méme critére que précédemment pour un ensemble de données fini :

Version K-MEANS séquentielle

Initialisation de 6°,

Sélection de x;, € D,

i — { mg + an(zi, —m}) si i, € C}
my sinon

16" — 6" 1|| < € alors § = 6™,

sinon retour a 1.

Lo RS

Pour avoir un bon comportement, il faut mnotamment que <o, vérifie
>, an = ooet >, ol < oo, les conditions de Robbins-Monro[18] en ap-

n
prozimation stochastique. Alors, a la limite, la vraie solution est atteinte.

Fixer le a & une valeur faible permet d’obtenir des parameétres qui sont mo-
difiés légerement avec le temps. En analyse de données, pour un échantillon fini, la
décroissance de o permet d’atteindre une solution par tirage séquentiel d’individus dans
la population. L’algorithme des K-means méme en version stochastique a le désavantage
d’étre trées dépendant de 'initialisation, et de tomber facilement dans des minima lo-
caux. C’est pourquoi, des auteurs ont proposé des moyens d’y remédier. Telles les
techniques de recuit, des méthodes permettent d’atteindre 'optimum global et de ne
pas s’arréter a des solutions locales sous-optimales. Leur inconvénient majeur est de
nécessiter un ralentissement logarithmique prohibitif de la vitesse de convergence des
itérations. L’intérét pratique est d’aboutir & de meilleurs partitionnements au prix
d’une modification relativement aisée des procédures d’optimisation. Elles apportent
également une réponse a la question de détermination du nombre de classes.

2.1.2.3 Recuit déterministe et simulé

Le recuit déterministe[19] consiste en I’ajout pour un critére donné d’un terme
pénalisant sur la somme d’entropie des probabilités intervenant dans 1’algorithme d’op-
timisation ; un terme de température T permet de pondérer I'importance de chacun des
deux criteres. Le recuit consiste alors & diminuer la température au cours des pas de
I’algorithme jusqu’a ’annuler, et aboutir & une solution convenable. Par exemple, en
classification par la variance-intra, on peut écrire :

E(m|D) =" P(zi,mp)|lz; — mil|> =D P(z:) > P(mglas)||zi — ml[> (2.6)
% k % k

Les probabilités P(my|z;) s’identifient aux p;, précédents, et correspondent a
des probabilités a posteriori de classe. Les probabilités P(z;) s’identifient aux
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pondérations p; précédentes et correspondent & la probabilité discrete d’une
donnée. Alors, une procédure de recuit ajoute au critére E le terme d’entropie
H(m|D) = =3, P(x;,my)log P(x;, m;) pondéré par T, si bien que le critere
minimisé devient [E — T x H|(m|D) qui s’optimise en itérant deux phases. La
premiére évalue les distributions P(mg|x;) & partir des centres courants. La seconde
réestime ces centres. L’étude variationnelle de la fonction de coiit intermédiaire fait
apparaitre des transitions de phase & des températures qui sont fonction des valeurs
propres des matrices de covariance des données, conditionnellement & la variable de
classe (assimilable & la variable prenant les K valeurs my). On note A(Cx) la plus
grande valeur propre de la matrice de variance-covariance des données; en effet, les
changements de phase s’effectuent pour les plus grandes valeurs propres des matrices
de variance-covariances de classe. L’algorithme de recuit déterministe s’écrit en notant
«, un facteur de diminution géométrique de la température.

Pour éviter de calculer les valeurs propres (test sur T), Rose[19] préconise de conser-
ver des centres dupliqués par légere perturbation, et d’observer leur séparation au cours
de Testimation et lors de la diminution de la température afin de détecter des chan-
gements de phase et 'apparition des nouvelles classes. L’intérét de la méthode est
évidemment de trouver les centres mais également leur nombre, de fagon complétement
automatique. I1 s’agit d’une version déterministe du recuit simulé.

Algorithme 3

K-means par recuit déterministe

Limites température minimum Tpip,

nombre de classe mazimum K,
Init T > 2)\(Cx), K=1,m; = ZZ P(mz)xz, P(ml) =1,
Estimation Vk,myp = % > Plxs) P(mg| ;) s,

P(mk)e_”mk—mil\%J/T
2 P(mz)efumk_”H%J/T’
et P(my) = 2; P(i) P(mi|zq),
Test CV si pas arrét retour a Estimation.
Test T si T < Tpnin, derniére itération a T=0 et arrét,
Refroidissement T + oT,(0 < a < 1),
st K < Kpag, test (Vk), de la transition de phase,
et si vrai en k, dupliquer my : mgy1 = mg + 6,
et P(mg41) = P(my)/2, P(my) < P(mg)/2, K + K +1,
Boucle Retourner a Estimation.

ot P(my|z;) =
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Le recuit simulé (relaxation stochastique) est une méthode stochastique d’op-
timisation qui permet contrairement & la version déterministe de trouver le vrai
optimum au prix d’une décroissance tres lente de la température. Il a été introduit
par Kirkpatrick[20] par analogie avec la physique statistique. La version stochas-
tique réestime les parameétres aléatoirement de maniére a obtenir une suite de
solutions consécutives markoviennes. Il s’agit d’une chaine de Markov convergeant
vers une distribution stationnaire : la distribution se concentrant sur les états so-
lutions. La méthode évite notamment d’avoir a calculer explicitement le parameétre
de normalisation qui apparalt lorsque I'on s’intéresse & la probabilité de type de
exp(—Ey(X)/T)/ >, exp(—Ep(z;)/T) pour un critere d’erreur E donné & minimi-
ser pour 6. Il existe deux procédures principales. L’algorithme de Métropolis tire
itérativement un nouvel état au hasard et modifie le parametre s’il entraine une
diminution du critére (AE). Il est accepté également pour un tirage aléatoire réussi
de probabilité exp(—AE/T). L’algorithme de Gibbs par contre calcule 1’état le plus
probable des parameétres & partir des estimations courantes, ce qui permet d’éviter
des tirages inutiles. Généralement, une seule composante du vecteur des parameétres
est modifiée; elle est choisie ou bien par un parcours séquentiel sur I’ensemble des
composantes, ou bien par tirage aléatoire. Enfin, une baisse inversement logarithmique
de la température assure la convergence vers un optimum global, au prix d’un nombre
d’itérations irréalisable en pratique. On préfere une décroissance exponentielle, qui
permet notamment d’approcher la meilleure solution sans tomber trop rapidement
dans une solution trop locale.

Le recuit procéde & une optimisation probabiliste du critére qui reste de type parti-
tionnement dur. L’algorithme des K-means emploie une régle géométrique d’affectation
aux classes. Il parait opportun de chercher & modéliser une distance entre données
et centres pour qu’elle s’adapte & des nuages de densité non homogene. Les modeéles
de mélange de lois de probabilité, comme nous allons le voir, présentent de telles pro-
priétés. Nous allons introduire le calcul du maximum de vraisemblance par Ezpectation-
Mazimization pour aboutir aux modeles de mélange et leur estimation notamment pour
la réduction des données textuelles.

2.1.3 Maximum de vraisemblance et résolution EM
2.1.3.1 Maximum de vraisemblance

Cette partie introduit et décrit le formalisme des modeles et outils numériques
utiles dans la suite. On se place dans un cadre probabiliste. On suppose que le cor-
pus D = {z; ;z{ représenté matriciellement par D, est un échantillon aléatoire généré
par des variables aléatoires J-dimensionnelles X = {X;}:=! que nous considérerons le
plus souvent identiquement distribuées et indépendantes les unes des autres (i.i.d.).
La loi sous-jacente est inconnue; elle sera supposée comme appartenant a une famille
paramétrée par un vecteur § € ©, dont il faudra rechercher le vraie valeur §°, estimée
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par exemple par le maximum de vraisemblance, et notée 07 ou 6 en abrégé :

0 = argmazg 1(0)D) = argmazg H Px (z;]0) (2.7)

2

On note 2, 'espace des données, et © celui des parametres. Le modéle correspondant
est {2, Px(e|0)}pco ott I'on suppose les données distribuées suivant la loi* précédente,
pour un parameétre §° € © inconnu et que ’on cherche 3 estimer. On s’intéressera essen-
tiellement & une estimation par maximum de vraisemblance, c’est & dire ’estimateur 6;
qui pour un échantillon i.i.d. de taille I, maximise la probabilité de I’échantillon ; sou-
vent, la logvraisemblance, ou logarithme de la vraisemblance, est plus facile & étudier
en raison des I produits transformés en une somme. Le maximum vérifie les équations
de logvraisemblance puisque la fonction log est strictement croissante :

VLOD)|g_g, = D [Vlog Px(i0)],_g, = 0 (2.8)

7

L’intérét de lestimateur par maximum de vraisemblance est de présenter (sous
certaines hypothéses de régularité) des propriétés intéressantes. Notamment, 6y — 6°
lorsque I devient trés grand. Et, la distribution de I’écart est asymptotiquement
gaussienne de matrice variance-covariance connue. Lorsque la solution n’a pas
d’expression analytique, on emploie des algorithmes itératifs tel que 1’algorithme
Expectation-Maximization (ou EM) par exemple.

2.1.3.2 Algorithme EM

[’EM[22, 23] est une méthode itérative de maximisation de la vraisemblance. Cette
méthode numérique emploie un conditionnement sur des variables inconnues. Si celles-
ci sont bien choisies, elles simplifient la vraisemblance jointe et peuvent permettre
une optimisation analytique. L’EM s’appuie sur des valeurs manquantes qualifiées de
cachées ou latentes. Elles sont notées pour le cas des étiquettes inconnues de classes :
Z={Z,Z5,---,Z1} : ces variables aléatoires permettent d’écrire la distribution d’une
donnée z; conditionnellement a sa classe d’affectation, formellement Z; et ainsi poser des
distributions de classe, comme dans le modele de mélange® de lois décrit dans la section
suivante. L’algorithme EM cherche 4 maximiser la vraisemblance en marginalisant sur

Z:

L(6|D) = log P(X|6) = log/P(X, Z|0) dPy (2.9)

4On considerera souvent des distributions multinomiales ou multivariées bernoulliennes, de Poisson
qui sont les plus utilisées que ce soit en indexation ou en classification textuelle. Les deux premiers sont
couramment utilisés[21] en recherche d’information textuelle : le multivarié bernoullien et le multino-
mial. Le premier ne prend pas en compte la taille des documents contrairement au second. Le troisiéme
est également employé et fait notamment 'objet de plus anciens travaux en indexation ou il semble
donner des résultats peu robustes.

®Ici, Z; permet de formaliser la notion de classe en prenant ses valeurs dans Z = {1,2,---, K}
codant des étiquettes de classes, si bien que ” Z; = k signifie que X; est dans la k-iéme classe’.
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En reprenant Russel dans son article[24], on a :

L(6|D) — L(6"D)

= log P(X|0) — logP(X|6") = log 15}%'6?3
P(X|Z,0)P(Z|0 B P(X|Z,0)P(Z0) P
=log [ wdpz =log [ ( I‘D(X|0n() ‘ )P(Z\X,

n P(X|Z,0)P(Z]0
> [ P(Z[X,0")log P()((|6|")P)(Z|(X|,0)")dpz

Z|X,0m
Zxm 4,

(2.10)

= /P(Z|X,0”) log P(Z,X|0) dPy —/P(Z|X,9")1ogP(z,X\9")sz

~~

Q(grlen) CTE(6™)

On a noté CTE(A™) le terme qui n’est pas fonction de notre inconnue 6, et considéré
constant. L’inégalité précédente s’obtient par celle de Jensen. Soit finalement avec la
bonne notation :

L(6|D) > L(0™|D) + Q(6]6™) — CTE(0") (2.11)
Donc la valeur ™! qui maximise Q(0]|0™) en @ fait croitre la vraisemblance. En
effet, Q(6"*10") > Q(6™|6") = CTE(0"), qui assure L(0"|D) > L(0"D). On se

réferera & [22] pour une démonstration approfondie. On en déduit finalement I’algo-
rithme Expectation-Maximization :

Algorithme 4 L’EM effectue une mazimisation de la logvraisemblance L(0|D) par :

Algorithme EM

Init Initialisation de 6°,

Pas E Q(0|0") = E,p g [log P(X,Z|0)],

Pas M 6"! = argmazy Q(0|0™),

Test 16" — 6"1|| < € alors § = 6™,
sinon retour au pas E.

A chagque itération n, Ualgorithme est assuré de faire croitre (ou garder constant) la
vraisemblance. A la convergence, l'algorithme atteint un optimum (local) de L(6|D) en

0.

I1 se peut que cela ne soit pas un maximum dans certains cas. Il faut éventuellement
vérifier en calculant la hessienne. L’algorithme EM a donné lieu & de nombreux travaux
pour évaluer empiriquement ou théoriquement l'intérét de I'utiliser au lieu d’une
maximisation classique par gradient (Newton) notamment. Briévement, ’algorithme
a dans certains cas une vitesse de convergence meilleure qu’un gradient classique.
En effet, il opére comme un algorithme de gradient, mais régularisé par une matrice
particuliere. Il ne nécessite pas I’estimation d’une hessienne qui peut s’avérer difficile
a évaluer en pratique. En outre, 'EM prend en compte de facon élégante les questions
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de contraintes sur les parametres. Pour les détails, le lecteur se référera a [25, 26].

Certaines approximations s’avérent nécessaires dans un cas analytique ou combina-
toire insoluble. Ainsi, la phase Mazimization peut s’effectuer par exemple par gradient.
On parle de GEM pour EM Généralisé ; apres le pas Ezpectation, le GEM effectue avec
a, décroissante en 1, pour 7y, pas au total (7! = g7+l mez) et éventuellement un
pas en r unique :

Pas M :
gntlr — gntlr—1 4 ar XV [Q(0|0n)]0:0n+1,7"—1

De méme, la phase Ezpectation peut étre incalculable en pratique. Des auteurs pro-
posent alors d’employer un calcul par Monte-Carlo. C’est-a-dire qu’au lieu du cal-
cul FEzpectation exact, on calcule une valeur approchée par sommation a partir d’un
échantillon a posteriori calculé par simulation :

Pas E :
Q(0|9") = Zl ZZ logP(zﬁ,wi|0) ouVi,l, zj~ P(Z|z;,6™)

11 existe également des versions de I'EM qui sont qualifiées de stochastiques (SEM et
SAEM). Proposées par Celeux et Diebolt, elles affectent de fagon aléatoire les données
aux centres de classe. D’autres méthodes approchées sont possibles, notamment en
supprimant certaines dépendances stochastiques entre variables pour rendre possible
un calcul analytique. On parle de méthodes variationnelles. Des méthodes formulant
des lois a priori sur les paramétres sont aussi envisageables. On parle de méthodes
MCMC pour Markov Chain Monte Carlo ou méthodes de simulation bayésienne. En
pratique, ’EM donne des résultats assez bons pour peu que l'initialisation ne soit pas
trop éloignée du maximum global et que le modéle soit réaliste. On estime notamment
les mélanges de lois par EM (voir suite), ou le label (ou étiquette) de classe est justement
inconnu.

2.1.4 Meélange de lois et vraisemblance classifiante floue

On peut écrire un mélange de loi, ou chaque loi P(X|Z = k;0) ne dépend en réalité
(pour les mélanges étudiés) que de ses parameétres ay. La variable Z est appelée la
variable de classe et prend ses valeurs dans K = {1,2,---, K} :

Définition 7 Un mélange de loi pour la v.a. aléatoire observée X; de réalisation x;,
avec Détiquette de classe Z; de réalisation z; € K, a pour expression :

P(X; = zi|0) = > P(Z = k|0)P(X; = x| Z; = k; 6) (2.12)
kex

On n’écrit plus les v.a. dans la suite pour simplifier. I’ensemble des Z; est une v.a.
notée Z, de réalisations z. Les probabilités m, = P(Z; = k|6) sont appelées coeflicients
mélangeants ou parametres a priori du k-iéme facteur du mélange. Elles s’estiment
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sur un échantillon généralement comme la fraction d’individus appartenant & la classe
correspondante (ou plus probable). Les probabilités P(xz;|k;0) = P(z;|ax) sont les dis-
tributions pour chacun des facteurs. Finalement 0 = (a1,a9,---,ax,m, 72, *,TK)-
Voici 'expression de la logvraisemblance :

Définition 8 FEn supposant l’ensemble des documents générés i.i.d. par une v.a. X, la
loguraisemblance de cet échantillon s’écrit :

LOD) =log [[ P(z:l6) = log > mpP(xila)

1€L 1€Z kex

Elle s’obtient par marginalisation sur les Z;, de leur loi jointe multinomiale, dans la
vraisemblance :

Définition 9 La logvraisemblance complétée s’écrit :

L£(0,2[D) = " log (P(26) P23 0))

1€T

Si les classes sont bien séparées dans L£(6|D), alors a chaque document correspond
une unique classe. Si on note C = (c¢;) la matrice de classification ( ¢;; € {0,1} et
Vi), cik = 1), on peut écrire :

Définition 10 La logvraisemblance classifiante s’écrit :

L(8,C|D) = Z Z cir log (m, P(z;|ag)) (2.13)
keEK 1 €T

Il s’agit d’une reformulation déterministe de L£(#,z|D) a laide de la matrice de
classification. L’optimisation du critere correspond & un algorithme de classification;
on parle de CEM|[27] pour Classifying EM; cet algorithme est équivalent & l’ajout a
EM d’un pas d’affectation aux classes avant celui d’estimation, ’affectation classant
une donnée dans la classe qui lui est la plus probable a posteriori. D’ailleurs[27],

Propriété 1

La mazimisation du critére de vraisemblance classifiante pour des gaussiennes
équiprobables a variances sphériques identiques est équivalente a la minimisation du
critére des moyennes mobiles ou K-means.

O

On peut également définir '"EM d’un mélange comme 'optimisation d’un critére[28] a
parametres flous particuliers :

Définition 11 La logvraisemblance floue s’écrit avec p la matrice de classification

floue :
L(0,u|D) = Z Z pik log (my P(x;|ay)) Z Z Wik log ik (2.14)

keEK €T i€ kek
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Chaque coefficient flou résultant correspond & un degré d’appartenance a la classe et
s'interprete également comme la probabilité a posteriori de classe, p;; = t}(2;) pour :

wr P(x;|a?
bi@1) = e i)
Zl ™ P(wiaa’l )
puisque la solution s’identifie & celle de 'EM, et en posant en exposant le pas n.
La fonction Q dans le cas du mélange s’écrit :

Q(010™) = 32, > kex th (xi) log (mp P (wilay)) (2.16)

On en déduit I'algorithme de résolution de 8 par EM d’un mélange :

= P(k|z;;0") (2.15)

Algorithme EM pour un mélange

Init  Initialisation de 6°,
Pas E  Vk, Vi, t}(z;) = 7} P(zila}) />, 7] P(zi|a}),
Pas M Vk, 71';:+11 =tz /1,
Vk, aptt = argmaz,, ZZ Y kex tr(z) log P(zi|ay),
Test [[0™ — 0™ 1|| < € alors § = 6, sinon retour au pas E.

Dans le cas du CEM maximisant £(6,z|D) (ou £(6,C|D)), on a :

Algorithme CEM pour un mélange

Init Initialisation de 6°,
Pas E  Vk, Vi, t7(z;) = 72 P(z;|a}) />, 7] P(z;|a}),
S A
Pas G Vk,Vi, ) =4 L S K=argmazy i (z:)
¢ 0 sinon

Pas M Vk, npt =3, ¢k /1,

Vk, apt! = argmaz,, 3, b log P(z;|ay),
Test [[0™ — 6"~1|| < € alors § = 6, sinon retour au pas E.

I

Nous illustrons les algorithmes dans le cas gaussien pour des x; supposés conti-
nus. Dans cet exemple, les distributions de classes sont posées gaussiennes (normales
multidimensionnelles), si bien que :

Exemple 6

Lot de X; considérée comme un mélange de gaussiennes

On pose X; ~ > e Tefe(zilag) oi fy(zi|ag) est une densité de loi normale de pa-
ramétres ay = (my, Xx) ot my et Xy sont respectivement ’espérance et la matrice de
variance-covariance dans fr(zilag) |Ek|fée$p(—%(:ci —mg) TS (i — mg)). On en
déduit lalgorithme suivant, aprés calculs algébriques sur Q(6]6™) :
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EM d’un mélange de gaussiennes

Init Initialisation de 6°,
Pas E Vk,i t}(z;) o 7} fr(z:]a})
Pas M Vkm}T =3, ki) yzi et it = 2 tch (z:)

i 3 (i)
ntl _ = ) (wimm) i m)T
vk =} Elt&(;) =,
Test [[0™ — 0" Y|| < € alors 8 = 6™, sinon retour au pas E.

Nous illustrons l'algorithme dans deux cas multinomiaux. Pour le premier cas, les
lignes du tableau de contingence D, les données, sont partitionnées en K classes multino-
miales. Dans le second cas, ’ensemble des cellules suit une loi multinomiale paramétrée
par un modeéle de mélange. Ces méthodes décomposent un tableau de contingence &
I'aide des modeles de mélange, et donnent d’excellents résultats dans le domaine des
données textuelles.

Exemple 7

Lot de X; considérée comme un mélange de multinomziales

On pose X; ~ 32, T[], Pj‘kNij, le mélange de lois multinomiales ordonnées[29] qui
sont employées ici pour éviter de manipuler le coefficient mélangeant et le paramétre ||
de taille des textes. On en déduit l'algorithme de résolution du mazimum de vraisem-
blance par EM. Une classification des lignes s’obtient par une derniére itération de type
CEM, en affectant chaque document a la classe de mazimum a posteriori, proportionnel
a 7 T1; P].]‘V,z” pour 6 = (71,7, -+, Tic, 1, G2, - i) avee d, = (Pyg, Pogr -+ Prg).-
Il s’agit en réalité d’un modéle sur les séquences des mots des textes avec un historique
réduit a zéro.

Exemple 8

Lot de la variable aléatoire ayant générée le tableau de contingence D, et
considérée comme une loi multinomiale paramétrée par un mélange

Ce modéle récemment introduit par Thomas Hofmann[30] s’appelle PLSA (Probabilistic
Latent Analysis). Au lieu de considérer des lignes multinomiales, c’est l’ensemble du
tableau que ’on suppose multinomial.

Le modele s’écrit : D ~ M(Nao, {P;j = > PiPjPyi}ij)- Dot :

i=1I 15=|z;| i=1 j=J i=I j=J

L(6|D) = 1og(H I1 = )zlog(HH PUNU) =Y S Ny logPy (2.17)

i=1 ij=1 i=1j=1 i=1 j=1

Pour estimer le modéle, l'auteur applique I’EM et ainsi calcule les distributions condi-
tionnelles. L’algorithme s’écrit en notant 0 le vecteur des paramétres estimés :
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Algorithme du PLSA

Init Initialisation de 6°,
Pas E  Vk,i,j P,?“,j x P,:LPZ"lk ﬁk,
Pas M Vk PP+ = -3, Ni; Pp

kli.j?
Wk i j Pt = NPl o S NPl
> jlk 220 NPy, 7’ ilk 22 Nij Pyl ;7
Test ||0™ — 0"Y|| < € alors @ = 6™, sinon retour au pas E.

Ici, on peut écrire pour le vecteur de parameétres 8, 7, = P et a = (Z-Q’Z‘k)Z U (If’j‘k)j,
mais il ne s’agit pas d’'un mélange de définition classique. La méthode PLSA réalise
une réduction non-linéaire des données par le biais de la variable cachée sur laquelle se
distribuent & la fois le corpus et le vocabulaire. Elle permet d’obtenir des résultats plus
performants pour les benchmarks de Hofmann[31], que la méthode linéaire (purement
algébrique) alternative historiquement ultérieure et présentée dans la section suivante,
et appelée SVD pour décomposition en valeurs singulieres. La matrice est également
décomposée en un produit de sous matrices par le PLSA.

Dans la partie perspective en conclusion, nous proposons une formulation du modele
PLSA en Chaine de Markov Cachée, et que 1'on appelle HMM-PLSA, afin de prendre
en compte 'enchainement des classes cachées dans le cas du langage écrit vu comme
un enchainement de concepts.

2.2 Meéthodes de projection linéaire par SVD

Les méthodes de projection planaire construisent une représentation synthétique de
la structure d’un corpus de données multidimensionnelles sous la forme d’un plan de
projetés. Dans un espace euclidien, les méthodes de statistique exploratoire multivariées
cherchent des directions expliquant au maximum les origines de 'inertie du nuage de
données. Ce sont [3] :

“Les méthodes factorielles, largement fondées sur ’algébre
linéaire, produisent des représentations graphiques sur les-
quelles les prorimités géométriques usuelles entre point-
lignes et entre points-colonnes traduisent les associations
statistiques entre lignes et colonnes. C’est a cette famille de
méthodes qu’appartient I’analyse des correspondances]...]”.

Ces méthodes algébriques sont basées sur la décomposition d’une matrice sous la
forme d’un produit de matrices orthogonales et diagonales. Le théoréme suivant est le
principal outil des méthodes :

Théoréme 1 [32]
Toute matrice D de rang K admet une décomposition en valeurs singuliéres :
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VD eRI xR/,
JU e RT xRE, VeR! xRK a colonnes orthogonales et,
3% = diag(01,09,+-+,0k) t.q.,

D=UxvT (2.18)

Dans la présentation classique, les méthodes factorielles s’appuient sur la diagonali-
sation d’une matrice symétrique obtenue par produit d’une matrice rectangulaire par
sa transposée DD” ou DT D, dont la décomposition s’obtient facilement 3 partir du
théoréme. Ainsi, I’Analyse en Composantes Principales[13] ou ACP travaille avec la
distance euclidienne, alors que 1’Analyse des Correspondances ou AFC emploie une
métrique adaptée aux tableaux de contingence. Nous présentons ’AFC dans la suite
ainsi qu'une méthode d’approximation de matrice par SVD tronquée. L’ensemble de
ces méthodes construisent une décomposition de matrice puis s’intéressent aux plus
grandes valeurs d’éléments diagonaux ou valeurs propres de la matrice . En effet, au
sens des moindres-carrés, reconstruire D en supprimant les petites valeurs propres, au
rang K fournit la matrice la plus proche de D, et de rang K, pour la norme de Frobenius
(somme des carrés de 'ensemble des cellules de la matrice différence).

2.2.1 Analyse Factorielle des Correspondances (AFC)

I’AFC[33, 13] a été développée notamment par Benzécri, Escofier au début des
années 1960 en France. C’est une analyse factorielle dotée d’une métrique particuliére et
adaptée & des données qualitatives. La métrique employée est celle du x2. Elle présente
le principe d’équivalence distributionnelle formulé par Benzécri. Elle reste inchangée si
des modalités de profils identiques sont regroupées.

Définition 12 Pour comparer des profils-lignes (distribution conditionnée par la mar-
ginale de la ligne), la distance du x? s’écrit :

Jj=J

dxz(-P’iln-Pigo)Q - ||fi10 - fiQ.HiZ = Z
7j=1

1 2

f—j(fﬂil = fili») (2.19)
Dans le cas général, une méthode factorielle[13, 34] maximise dans l'espace des
variables (ou des individus) I'inertie du nuage projeté sur une direction ou vecteur u :

Définition 13 L’analyse factorielle avec métrique M et pondération P

Le nuage est transformé par une métrigue M donnée. A chaque point est appliqué un
poids, €lément de la matrice diagonale de poids P. En outre, u est supposé normé pour
M, ie., uT Mu = 1. L’inertie projetée du nuage, pour M et P fizées, s’écrit alors
uIT' MATPAMu. La mazimisation sous la contrainte pour u aboutit aprés introduction
du lagrangien X a :

INER, t.q ATPAMu = Mu (2.20)
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Le théoréme énoncé précédemment (dans sa version pour matrice symétrique) permet
de déduire Dexistence de A, et de le caractériser comme une valeur propre de la matrice
ATPAM. En prémultipliant par u' M, il est clair qu’il s’agit également de l’inertie
projetée, donc de la plus grande valeur propre. Finalement, les méthodes factorielles
construisent une suite ug de vecteurs orthogonauz (o ceuz les précédant) mazimisant
Uinertie (restante). Suivant la métrique, la nature des données, et la matrice poids, la
projection présente certaines propriétés statistiques intéressantes.

I’AFC travaille sur la matrice des profils ligne ou colonne. Ainsi, pour la matrice des
données D € N, 7%/ matrice des comptage d’occurrence de mots, on écrit :

R RI
Données A=D;'D A=D; DT
Métrique M=Dj;! M =D;!
Poids P = D] P = _DJ
Diagonaliser | DT D;~'DD;~! | DD;7'DTD;™!

L’AFC décompose le x? d’indépendance du tableau de contingence correspondant.
L’inertie du tableau diagonalisé, soit la somme des valeurs propres, vérifie sous hy-
potheése d’indépendance :

N, (trace[DT'D;='DD; 1] - 1) ~ X?I—l)(]—l) (2.21)

Comme la matrice des profils lignes somme en ligne a I'unité, la solution est dans
un sous-espace de taille I-1 ou J-1 suivant l'espace d’origine. Le barycentre est en
effet le vecteur propre pour la valeur propre 1, alors que I’ensemble des autres valeurs
propres sont de module inférieur & 'unité. Des indicateurs pour guider & l'interprétation
existent : contribution®, qualité”, et signe de la projection. L’AFC est aujourd’hui tres
utilisée en pratique par les statisticiens, notamment en analyse des données textuelles.
Les analystes ’emploient essentiellement dans une optique d’étude exploratoire des
données, par visualisation directe sur les plans factoriels :

Définition 14

Un plan factoriel est la projection des données sur Uhyperplan formé de la moyenne
empirique des données ), p;x; pour les pondérations p; et de deux directions factorielles
quelcongues {ug,,uk, }

Il est important de noter la propriété de double représentation barycentrique de 'AFC
qui autorise la superposition des projections des deux espaces (variables et individus)
et 'interprétation des proximités. Il est également possible d’effectuer par exemple une
réduction en conservant seulement les premiers facteurs, juste avant un algorithme
de classification comme les K-means. Les classes obtenues peuvent étre affichées sur

Scontribution : pourcentage d’inertie d’une donnée
"carré du cosinus entre un vecteur de donnée et la direction de projection considérée
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les plans factoriels. La principale limite de la méthode est d’ordre algorithmique : la
diagonalisation d’une grande matrice (peu dense de surcroit) demeure un probléme
difficile.

2.2.2 Latent Semantic Analysis (LSA)

Le LSA[35], méthode géométrique proposée par Berry, consiste en la reconstruction
de la matrice des données par SVD tronquée. Elle s’effectue sur de grands tableaux
creux de données (textuelles en général), de 1'ordre de plusieurs centaines de milliers
de lignes ou colonnes. Le plus performant algorithme de LSA est en O(I 2K 3), ol on
note K le rang de la matrice tronquée. Le LSA n’est pas sans rappeler le PLSA auquel
il a donné son nom. Il est difficile de savoir s’il a été conservé un nombre suffisant
de valeurs propres. Toutefois, cette méthode améliore[7] sensiblement les calculs de
similarités entre vecteurs de données. Cela est généralement vrai si les dimensions sont
raisonnables, i.e. si la SVD est calculable. Quelques papiers ont été proposés pour
expliquer (sous des hypothéses peu générales) le succeés de la méthode. Des auteurs
construisent également des projections planaires a partir des directions orthogonales
du LSA, mais elles n’ont pas d’interprétation statistique comme en ACP. Pourtant
les directions orthogonales de U et V s’identifient & celle d’'une méthode d’analyse
factorielle, I’ Analyse en Composantes Principales (ACP), décrite dans la partie suivante.
On présente également une classe de généralisations non-linéaires des plans factoriels :
les surfaces principales et leur discrétisation approchée.

2.3 Méthode ACP et extensions non-linéaires

Cette partie explore différentes méthodes relativement récentes de projection d’une
distribution par le biais de variables cachées contraintes sur un plan dans R2. Le but
est de présenter d’un point de vue algorithmique la problématique de projection d’une
distribution sur un plan. On peut également voir ces méthodes comme des estimations
de densités paramétriques contraintes par une variable conditionnelle. Cette variable
représente le plan qui est soit discrétisé et modélisé & I’aide de lois de Dirac, soit continu
et modélisé & I'aide d’une distribution gaussienne dans R2.

2.3.1 ACP et surfaces principales

Dans cette section, z; est un vecteur multivarié de R”, réalisation de la variable
aléatoire X. On rappelle qu'une surface est généralement une fonction f de R? dans R”.
A partir de cette définition, Hastie a proposé une nouvelle méthode en construisant des
Surfaces Principales, ayant des propriétés particuliéres dans un espace probabilisé :

Définition 15

Une surface principale[36, 37] f5°

est une courbe continue paramétrée C :

f5P(€) =Ep, [X|g5F(X) =¢] VE€ECR? (2.22)
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On note g une fonction de projection qui vérifie :

g7 (X) = supgez {€ : IX = F(©)llrs = inferl| X — f57(E)lrs } (2.23)

Ces surfaces sont des généralisations non-linéaires des plans factoriels de I’ACP,
donc elles tiennent compte des corrélations non-linéaires. En effet, elles étendent sim-
plement au cas 2-dimensionnel les Courbes Principales qui sont elles-mémes des
généralisations des directions principales de I’ACP. Une courbe principale® est un point
critique de D(P,f), 'espérance par la distribution Px de la distance euclidienne entre
un point et sa projection sur la courbe f :

Théoréme 2 [36]

O{Epy (|| X — £ (97" (X))}
Ooh

=0 avec fS¥ = f°F 4+ hg, Vg€ Gp (2.24)
h=0

Cette propriété de point critique appelée d’auto-consistance rappelle celle de
moindres-carrés de ’ACP linéaire. Les courbes principales sont par exemple les fac-
teurs de 'ACP dans le cas de distributions gaussiennes (ou sphériques). Un plan fac-
toriel est une surface principale linéaire puisqu’il minimise la distance des points &
leurs projetés. L’analyse en composantes principales cherche a projeter les données
sur un sous-espace de dimension K réduite. On note celui-ci Hy, défini par un
point X° et une base de K vecteurs {u1,us,---,ux}. Une donnée projetée s’écrit
fACP(gACP (13)) = X1+ Ug g4 (z;), ot Ug = [u|ug| - - - |ux] est une matrice de taille
J*K & colonnes orthogonales. Ces dernieéres correspondent, comme on va le montrer,
aux premiers vecteurs propres (on prend les plus grandes valeurs propres) qui diago-
nalisent la matrice de variance-covariance des données. X est le centre de gravité du
nuage des données. La fonction de projection s'écrit : gA“F (z;) = UE (z; — X;) comme
les coordonnées de z; dans la nouvelle base. Le critére de moindres-carrés s’écrit® pour
un échantillon de données, avec f,‘:‘CP = fACP L hg, VgeEGy:

047 i llwi — £ T ("7 (@) || }
oh

=0 (2.25)
h=0

Preuve

Nous traitons le cas général d’une distribution quelconque en employant 1’espérance
au lieu de la moyenne empirique (de 1’échantillon D) et calculer la solution optimale
directement.

Miinxo fytfus)- i) BIIX — FAP (g49F (X)) (2.26)

8Si Gp est la classe des courbes C*° paramétrées sur S C R' avec ||g|| < 1 et ||g|| < 1, alors, f°F

est une courbe principal de P, ssi fCP est un point critique de la fonction de distance D(P.,f) pour les
perturbations dans Gg.
?0On note Gy, I'ensemble des fonctions linéaires sur le sous-espace span(D)
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Il est clair que pour la v.a. X,
FACP (P (X) = X0 + Uk P (X) = X° + U UL (X — X°) (2.27)
Soit, en notant PyL =1k — Ur U} (matrice de projection sur Hy) :

B|X — fAP(gAT (X)) %

= E||PyL (X — E(X))|[%s +El|Pyy (X° — E(X))|[%, (2.28)

17
R
On en déduit que X° = E(X) convient en annulant le deuxiéme terme positif, puis en
réécrivant, ’expression devient :

EI|X — fACP (AP (X))]2, 220
=E|X - EX)||% — Zpup E(X — E(X))(X —E(X))")uy, '

Ce qui indique que minimiser la derniére expression par rapport a Uy conduit &
des vecteurs propres uy diagonalisant la matrice de variance-covariance des données,
et de plus grandes valeurs propres (cf. SVD). Par ailleurs, le critére de projection
de "ACP se raméne & celui des surfaces principales : il s’agit de projeter une
donnée X sur Hy, et donc de minimiser la distance entre X et son projeté. En effet,
9P (z;) = argmingcpr||zi — (X1 +Uk€)||? . Enfin, il suffit de remplacer Popérateur E
par une somme sur un échantillon pour retrouver le cas d’un ensemble de données fini. O

2.3.2 Carte Auto-organisatrice (SOM) de Kohonen

Kohonen[38] a proposé dans le début des années 1980 la méthode des cartes auto-
organisatrices'® ou SOM pour Self-Organizing Maps.

2.3.2.1 Algorithmes du SOM

L’algorithme SOM est une variante de 1'algorithme des K-means qui, lors d’une
itération, modifie non seulement un centre sélectionné comme étant le plus proche
d’une donnée, mais aussi les centres voisins pour un graphe de voisinage fixé. Le graphe
implique des interactions latérales entre centres qualifiés de voisins. On définit une
grille de K points &, € R?, indicés pour k allant de 1 & K, formant ’ensemble & =
{&,&,- -+, €k} Contrairement aux Surfaces Principales, = n’est plus une partie de R?
comme un ouvert ou un intervalle, mais un ensemble discret de points posés sur un
plan. On note les valeurs latentes my correspondant a la valeur de f en & : les centres
de classe s’écrivent m} = f"(§) pour la n-ieme itération. On obtient les nouvelles
valeurs des centres & la maniére d’un gradient stochastique. L’algorithme en ligne ou
séquentiel du SOM (en supposant un coefficient «, factorisé dans h™ (la fonction de
voisinage a l'itération n), et décroissant avec le temps par 1 €]0, 1] ici) s’écrit :

10V/ois 1a section consacré en fin du chapitre.
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Algorithme 5 Algorithme en-ligne du SOM :

SOM stochastique
1 Initialisation de 6°, o°
2 Sélection d’un individu x;, € D,

3  Calcul de la classe la plus proche
9"t (i) = argmingex||zi, — " (&)llR7

4 Recalcul des centres (™! = no™, (aprés 1 cycle))
mZ—H = mz + h:;r}+l(mjn) (mz - xin)?

5 ||0™ — 6" | < € alors = 6", sinon retour a 2.

Il s’agit d'un K-means séquentiel ou les centres de classes sont recalculés
itérativement sur I’ensemble des classes en introduisant une pondération k; décroissant
pour une distance croissante sur le graphe de voisinage posé a priori. Si on suppose étre
proche de la solution'!, on aboutit & ’algorithme suivant :

Algorithme 6 Algorithme hors-ligne du SOM :

SOM batch

~

Initialisation de 6°, o°
2  Recherche des centres les plus proches
9"t H(X) = argmingex||X — f™(&)lR7,
8 Recalcul des centres (0™t! = no™),
mptt = frH (&) = B[ X g™ (X) € N Vs,
4 Test d’arreét
[|[0™ — 0"71|| < € alors @ = O™, sinon retour ¢ 2.

On a repris la notation dans l'article [37], pour la version batch : dans le cas d’un
échantillon fini, il faut remplacer ’espérance par une moyenne empirique; N}, est I'en-
semble des centres voisins de my. A la convergence (n = o0), le voisinage disparait se
réduisant au neurone gagnant (projection discréte) et I’on retrouve la définition d’un
K-means, avec convergence en un minimum local du fait de la contrainte. Pour vérifier
si ce minimum n’est pas trop éloigné d’une solution plus optimale, il suffit de com-
parer la valeur du critére de variance-intra obtenu avec celui d’'un K-means classique
sans contrainte. Etant données les difficultés dans I’estimation et I’étude des propriétés

"En supposant un état stationnaire, on a Vk En[mpt" — m}] = En[hk,.,, (mi — 2:,)] = 0, ou
my, = limy,_0omy est la solution stationnaire du centre de Cy, et z;,, 'indice de la classe la plus
proche de z;,, . Ensuite, étant donné un échantillon fini de données, on en déduit directement la solution
qui dépend du parametre inconnu m”* en raison des z;,. Une résolution, en remarquant une forme de
fonction contractante, donne finalement le SOM batch. Cette justification donnée ici briévement est
développée dans l'article de Kohonen[39]
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du SOM, des auteurs ont proposé des alternatives sous la forme de modeéles probabi-
listes paramétriques munis chacun d’un critére précis. Ils feront 1'objet de la suite de
ce chapitre.

2.3.2.2 Critére du SOM

Dans le SOM, le formalisme d’une fonction de voisinage est apparu peu de temps
aprés le premier algorithme de Kohonen, la version originelle modifiant les centres dans
un certain voisinage, sans lissage par une fonction décroissante avec la distance au
plus proche centre. L’'intérét du SOM réside dans sa capacité a représenter sur une
carte la distribution des données, au prix d’une certaine déformation ou distorsion.
L’algorithme d’estimation originel est de nature stochastique[18]. Kohonen en dérive
un second algorithme, hors-ligne ou déterministe obtenu en approchant la solution
locale limite. Apparenté aux surfaces principales[40], le SOM peut étre qualifié d’ACP
non-linéaire (non-paramétrique, discrétisée). Les propriétés'? de convergence et d’auto-
organisation sont introduites sans démonstration par Kohonen[38] et sont seulement
observées, comme indiqué par I'auteur lui-méme, en pratique. Certains résultats de
convergence existent[41, 42]. Le SOM, ne minimise[43] pas & proprement parler de
critere, mais seulement de maniére approchée, en négligeant les bords du pavage de
Voronoi, et pour un échantillon fini, ou P(z;) est la probabilité de 1’échantillon z; :

Esom(0,CID) =Y P(xz:) Y cik Y huillzi — mi||% (2.30)
i k !

En effet, une optimisation par gradient stochastique aboutit & I’algorithme original
du SOM, et une maximisation directe donne le SOM batch (& la distance au centre
prés qui devient ici pondérée avec h, faisant intervenir le voisinage localement). Pour
un échantillon infini, par contre, la somme devient une intégrale, avec des bords diffi-
cilement négligeables. D’ailleurs, Kohonen a obtenu une régle[44] de modification des
centres de classes différentes, plus performante apparemment, mais sans fondement bio-
logique, selon ’auteur. D’un point de vue analyse des données, nous supposons disposer
d’un échantillon de données fini, donc l’existence d’un critére optimisé Esonm (6, C|D)
est assuré.

2.3.2.3 Le voisinage du SOM

Les cartes de Kohonen construisent des représentations bidimensionnelles d’une
distribution multidimensionnelle. La projection s’effectue donc au prix d’une certaine
déformation quantifiée par le critére approché pour un échantillon fini.

Topologie de la grille

12 A notre connaissance, il n’a été démontré rigoureusement ni la convergence ni I’auto-organisation
de le carte en dimension supérieure & un et pour tous les cas
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Nous avons présenté les cartes auto-organisatrices dans une optique d’analyse de
données par projection classifiante sur le plan; c’est pourquoi, la forme de grille étudiée
est un treillis rectangulaire. Pourtant, I’algorithme est indépendant de la topologie de
la grille. Une forme en ficelle, réduite & un segment de classes est par exemple envisa-
geable ; elle s’apparente aux courbes principales. Un treillis non plus rectangulaire, mais
hexagonal est envisageable et apparemment préférable pour diminuer les déformations
de la projection. Une vue tridimensionnelle fournit un autre point de vue.

./' e g

Fi1G. 2.2 — Exemples de topologies fréquentes de grille : Ficelle 1D, Rectangulaire 2D,
Hexagonale 2D, Réguliére 3D.

En fait, un utilisateur d’un systeme d’analyse de données basé sur le SOM de-
vrait idéalement pouvoir choisir la configuration de classe, ou bien celle-ci devrait
éventuellement s’adapter automatiquement & la distribution. On parle de Growing
Neural Gas[45], notamment pour une quantification avec topologie de classes adap-
tative, avec liens dynamiques entre classes. Une méthode plus récente permet de
faire croitre également sur le plan le nombre de classes, avec un critére qui privilégie
les zones moins bien représentées. Une croissance hiérarchique[46] plus ou moins
maitrisée, pour la grille est également envisageable. Il existe également d’autres formes
variées de topologie avec des géométries diverses, ou méme dans des espaces non
euclidiens comme une version de carte hyperbolique[47]. Enfin, une variante pour la
projection planaire d’un graphe, ou les données s’identifient au graphe de voisinage, a
été proposée[48].

Fonction de voisinage

L’algorithme d’estimation d’une carte de Kohonen emploie une fonction de voisinage
pour lisser la moyenne des données & 1’aide des données des centres voisins sur la carte.
La fonction de voisinage, notée h(k,[) calculée en (&, &) sur la grille, vérifie la propriété
générale :

h(kall) < h(kall) s |£k - §l1||722 > ||£k - &1“722 (231)

Il existe une variante de forme en cloche (que l'on retrouve par des contraintes
bayésiennes) et munie d’un minimum local circulaire autour du maximum placé au
centre &. Pour faire décroitre le rayon d’activité de la fonction avec le temps, un
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parametre assimilable & une variance notée o est diminué au cours des pas d’estima-
tion. Par exemple, on peut employer une fonction bulle ou gaussienne, en indigant
explicitement o (fonction du pas n) :

‘ Fonction bulle H Fonction gaussienne ‘
1 osiflér—&llrz <o 1
he(k,1) = { 0 sinon he (k1) exp(—ﬁﬂfk — &%)

Ci-contre on trouve une illustration de ce genre de fonction, pour le cas de la gaus-
sienne, en & = (2,5) fixé, le noeud ou h atteint son maximum.

F1G. 2.3 — Exemple d’une fonction de voisinage gaussienne, grille 7*4.

En outre, factorisé dans ’expression de la fonction de voisinage, on doit en général
considérer un coefficient décroissant avec le temps : ;. En analogie avec le gradient
stochastique, il faut que Y, a, = co et Y. a2 < oo pour assurer la convergence. Cela
est nécessaire également pour le K-means final lorsque la fonction de voisinage est
réduite & la fonction delta de Kronecker'3 §(k, 1) : I'affectation au centre le plus proche.
En pratique, on utilise souvent une des formes variées suivantes pour A et B appropriés :

‘ linéaire H rationnelle H exponentielle ‘

1
a"=An+ B an:m a" = A" o°

Cela permet finalement de définir la matrice H € RE>*K symétrique et de compo-

santes hy;. On indicera éventuellement par le temps n. Les méthodes probabilistes vont

136(k,l)={ 1 sik=1

0 sinon
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permettrent de formaliser soit la notion de voisinage, soit la notion de bruit dans les
classes.

2.4 Surfaces Principales et mélanges de lois contraintes

On regroupe sous cette classe de méthodes les modeéles probabilistes & variables
latentes directement dérivés du SOM ou ACP. Par exemple le GTM[49] est une méthode
récente qui tout comme le SOM permet d’obtenir la projection d’une distribution sur
une surface (2D). La méthode est une variante non-linéaire d’une autre méthode appelée
PPCA pour ACP probabiliste. On note généralement dans la suite une variable Z
qualifiée de latente ou cachée ; le vecteur aléatoire des données sera nommé X ou X,
de réalisations = ou z; (éventuellement non différentié pour alléger la notation); il
sera alors exprimé une forme paramétrique P(z|z,0) ou P(z;|z,6) ou 6 est le vecteur
des parameétres (pas toujours écrit dans des cas non ambigus) de la loi conditionnelle
précédente, ainsi qu’'une forme de la loi a priori de Z, Pz, continue (gaussienne) ou
discrete (somme de Diracs). Le critére d’estimation du vecteur de parametre § inconnu
est un maximum de vraisemblance, classiquement estimé par la méthode numérique
EM. Ainsi, on marginalise’® sur Z sachant que le cas discret transforme I’intégrale en
somme :

Vz; , P(z;|0) = / P(z|Z,0) dPy , avec Q =R? Z={1,2,---,K} ou R’ (2.32)
Q
D’otu la logvraisemblance générale des modeles étudiés :

L(6|D) = Zlog /Q P(x;Z,0) dPy (2.33)

L’intérét de la variable latente est d’introduire des indépendances stochastiques condi-
tionnellement & cette variable, simplifiant quelque peu les calculs analytiques, mais
sans pour autant perdre des corrélations (ou liaisons) éventuelles entre les compo-
santes vectorielles puisque que 1’on rappelle que cela n’implique pas obligatoirement
I'indépendance par marginalisation. En fait, il ne s’agit plus de la variable aléatoire
représentant un label de classe, mais plutét un centre de classe contraint par la proba-
bilité a priori P(Z).

2.4.1 ACP probabiliste (PPCA)

L’ACP probabiliste[50] est présentée par Bishop et Tipping (et indépendamment
par Roweis[51]) qui étendent des travaux précédents sur une méthode appelée Analyse
en Facteurs commuuns spécifiques (Factor Analysis) issue des modeles & variable latente.

14Une écriture plus formelle est : P(X = x;]|0) = Jo P(X = wi|dz,0)dFz(dz) avec Fz est la fonction
de répartition de Z, et x; une observation, et d, l’élément infinitésimal d’intégration, et  l'espace
probabilisé.
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I1s montrent comment ’ACP peut étre formulée'® comme une solution du maximum
de vraisemblance. Les résultats des auteurs reprennent ceux de travaux antérieurs sur
I’ACP, en apportant des compléments théoriques et pratiques. Soit une variable latente
Z telle que Z ~ N;(0,1I) ou Iy, est la matrice identité L-dimensionnelle. Une variable
observée x € R’ est alors définie comme une transformation de z € R” (réalisation
de Z) avec un bruit additif gaussien : X = WZ +pu+ecou W € R*E e R/ et
e ~Nj(0,0%1) :

Définition 16 Le modéle du PPCA ou ACP probabiliste se définit par :

y(z,W) =Wz z ~N(0,11)
r=y(z, W)+p+e e~N;0,0%,) (2.34)
6 = (W,p,0)

On en déduit la densité de probabilité P(z|z;W,u,7) = Ny(Wz + p,02I;), et
finalement, on calcule la distribution de X par marginalisation sur Z, d’ou la loi :

P(a|W, u,0) = / P(@|Z: W, 1, 0)dPy ~ N(u,0°I; + WWT) (2.35)

Cela définit une distribution gaussienne contrainte dépendant des parameétres W, u et
o ; ces derniers peuvent s’estimer par maximum de vraisemblance de

L(W, p,0|D) = log P(z;|W, , o) (2.36)
A

Les points stationnaires calculés par Bishop et Tipping vérifient :

J
) 1
_ 2 1/2 ~2
W =Ujs(Ay — o?I;)?R et 62 = rk_%ﬂ,\k (2.37)

ou Ay et Uy sont respectivement les matrices de valeurs propres et de rota-
tion associées & ’ACP de la matrice empirique de variance-covariance des {%};2{ , et
R une matrice quelconque de rotation. On retrouve I’ACP en faisant tendre o vers zéro.

On peut représenter sur le plan les projections comme la moyenne sur z condition-
nellement 4 la donnée x;, avec ji la moyenne empirique de 1’échantillon :

By(Z|z) = / ZP(Z|23, W, 67)dPy = (8211 + WIW) "W (2 — ) (2.38)

Ce modele interprétant I’ACP comme un modele probabiliste a permis dans un second
temps 1'apparition de méthodes bayésiennes de choix[29] du nombre de valeurs propres
ou méme de mélange[50] de PPCA qui modélise des ACPs 6 dans des classes, ainsi
que l'algorithme du GTM (Generative Topographic Mapping).

'5Comme I’ACP a été introduite originalement, avec la notation A'(m,X), la loi de probabilité nor-
male (gaussienne) multidimensionnelle d’espérance m et de matrice de variance-covariance .

871 est clair qu’une version type AFC probabiliste directement dérivée du modeéle précédent est
envisageable de maniére trées simple puisque l'on rappelle que ’AFC peut s’exprimer simplement comme
une ACP. On en dériverait un algorithme de mélange fonctionnant pour un tableau de contingence.
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2.4.2 Generative Topographic Mapping (GTM)

Le GTM[49, 52, 53] est une méthode non-linéaire récente & variable latente. Il
modélise une grille de variables latentes équiprobables plongées dans un espace 2D
ou 3D; cette grille est projetée de maniere non linéaire dans ’espace des données
(continues). On peut considérer le GTM comme une variante!” Monte-Carlo du PPCA.
Damns le cas étudié ici, par grille, les projections des points de cette derniere sont les
centres de gaussiennes isotropiques sphériques. Les données sont alors supposées pro-
venir de ce mélange contraint de gaussiennes. L’algorithme doit trouver les parametres
optimaux de la fonction de projection ainsi que la variance commune des gaussiennes
en maximisant la vraisemblance.

Plus formellement, y(z, W) représente la projection non linéaire de Z, variable la-
tente (z € R?), treillis de distributions de Dirac équidistribuées sur une grille réguliére.
En fait, on pose M, le nombre de bases non-linéaires (gaussiennes ou autre) de la trans-
formation ® (semblable pour la régression linéaire généralisée) avec J > M > L, et :

W e RP>M &(z) e REM t.q. y(z, W) = W®(z), out &(2) = (¢1(2),- -, dar(2))2.39)
Définition 17 Le modéle du GTM ou Generative Topographic Mapping se définit par :

y(z, W) = Wo(z) 2~ K1 >k 0(z—&)
z=y(z,W)+p+e e~N(0,0%I) (2.40)
0= (W,p,o0)

La logvraisemblance de I’échantillon s’écrit alors :

K
LOD) = Y log (5 3 Plailee, W;0)) (241
% k

La maximisation d’une telle vraisemblance est relativement lourde. Les auteurs pro-
posent une résolution par algorithme EM qui met en oeuvre une inversion de matrice.
On note ® = [®(&1)|P(&2)]--- |®(¢x)]T € RE*M | D la matrice des données.

Algorithme 7 On déduit de VEM pour le GTM :

Algorithme GTM

Init Initialisation de 6°,
Pas E  R" =R}, = P(&|zi, W™, 0™)] € REXI,
G" = diag(Y, P(Esi, W™, o")) € REXK,
Pas M (q)n)TGn(Dn(Wn—}—l)T — ((I)n)TRnD,
(™12 = 32, 3 p(€xlas, W™, o)W H18(6) — il |,
Test 16" — 6™ 1|| < € alors 6 = 6",
sinon retour au Pas Estimation.

1"En fait, il faudrait échantillonner la variable latente exactement suivant une gaussienne au lieu de
prendre des Diracs sur une grille, ce qui approche plutét une distribution uniforme.
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De méme que pour le PPCA, on peut représenter sur le plan la position moyenne d’une
projection :

K
[ 2 P(21ai,W.0)aPx = Y € P(eylan, W.6) (2.42)
k

On pourra préférer une représentation par maximum du mode qui affecte & chaque
individu le point de grille le plus probable. Cette représentation graphique est similaire
au SOM :

Z; = argmaxe, P(§k|$i,W,6) (2.43)

Enfin, récemment, une version pour variable binaire est définie brievement sans déve-
loppement explicite par les mémes auteurs. La encore, la maximisation de la vraisem-
blance obtenue pose probleme. Mark Girolami a développé une méthode améliorée dans
son article [54]. Tipping [55] a aussi développé la visualisation de données binaires de
grande dimension ; sa version non-linéaire utilise une variable latente gaussienne comme
le fait le PPCA. Le modeéle présenté ci-apres est la premiére formalisation des courbes
principales a l'aide des modeles de mélange. Le GTM demeure aujourd’hui, malgré ses
limites pratiques, une méthode souvent considérée préférable au SOM, car beaucoup
plus robuste. Dans la suite, nous introduisons briévement d’autres approches bien moins
employées en pratique dans la littérature.

2.4.3 Modele de Tibshirani : Courbes Principales Revisitées (RPC)

L’article de Tibshirani[56], est le premier & notre connaissance & proposer une

modélisation & base de lois des courbes principales. Il n’étudie que le cas & une di-
mension mais comme il le dit lui-méme, ’extension & 2 dimensions est possible.
Le modele que 'auteur décrit est le suivant. On suppose les x;, réalisations i.i.d. mul-
tivariées dans R’ du vecteur aléatoire X de densité Px. On imagine également que
chaque z; est généré en deux étapes : 1)une variable latente Z; est générée selon une
certaine distribution P, donnant la réalisation z;, 2) x; est générée & partir de la distri-
bution conditionnelle Py |z ayant pour moyenne f (Z), un point d’une courbe dans R”,
avec les composantes du vecteur X indépendantes conditionnellement & Z. La définition
revisitée de courbe principale par Tibshirani s’écrit :

Définition 18 Une courbe principale paramétrique est le triplet (PZ,PX‘Z,f) avec
Px ~ fPX|ZdPZ et f est une courbe paramétrée par z € [Zmin,Zmaz] C R,
avec f(2) = E(X|Z = z), implicite. Avec Px|z—_, gaussien, on a :

x|z ~ N(f(2),5()) Zi~ Pz f(Z) = E(X|Z)

0 = ({£(2)} selrminszmas]s 12(2) } 2 2min smanl) (2.44)
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D’oi1 la logvraisemblance :
£(0/D) = ¥ log / P(ai]Z,0)dP; (2.45)
i

L’auteur justifie alors 'utilisation de points supports qui permettent de discrétiser la
courbe en I points &; et résout le probleme par EM. Il obtient alors un algorithme
comparable a ’estimation d’un modeéle de mélange ol les moyennes sont les points de
la courbe aux points supports.

La définition de Hastie donne un algorithme optimisant, avec des splines f; :

ZZ% fiz)) +Zx\/ (2)@2dz (2.46)

L’auteur propose également d’ajouter un tel lissage & 1’aide des dérivées secondes, en
contraignant les projections. Le modele d'Utsugi exposé ci-dessous est une extension
bayésienne de I'approche de Tibshirani, exempt de la question technique des points
supports.

2.4.4 Modele bayésien (GDM) de Utsugi (BSOM)

Utsugi[57, 58, 59], utilise un modele de mélange de gaussiennes dont il contraint
les centres a l'aide d’une loi a priori lissante gaussienne contenant un opérateur
de différentiation laplacien. Il estime également les hyperparameétres du modele a
I'aide notamment d’une méthode empirique bayésienne couplée & une approximation
normale, i.e. il approche l'intégration prise sur ’espace des centres de classe & 1’aide
d’une approximation gaussienne basée sur ’estimation de la hessienne pour obtenir
une évidence approchée qu’il maximise. En outre, il montre que la maximisation par

EM de son modeéle aboutit & un algorithme effectivement proche du SOM.

Ici, les vecteurs z; sont supposés multivariés dans R’. On note également
m(j) = (mij,maj,- -+, mk;) et o, € R*. Ici, Z est la variable aléatoire de classe
prenant ses valeurs dans Z, et de réalisations Z; correspondant aux valeurs inconnues
des Z; v.a. distribuée comme Z pour chaque X;. On suppose L 'opérateur différentiel
tel qu'un laplacien discrétisé!®

8Par exemple, on prend pour L un opérateur matriciel de différentiation discrétisé sur Pespace
topologique, tel que, en 1-D :

0 i+1=3j
lij = 1 1+1=75+1 (2.47)
—2  sinon

En outre, on note, puisque L peut étre singuliére, det™, la déterminant pris comme produit des valeurs
propres positives. La rang de LT L est I’entier 1. En 2D, 'opérateur de différentiation est plus complexe.
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Définition 19 Le modéle d’Utsugi peut s’écrire, avec noté m, la variable aléatoire ou
bien la réalisation des centres des gaussiennes, contraints par une loi a priori, permet-
tant de disposer les centres sur une surface réguliére :

T~ Yo N (i, 315) m() ~ N0, (@LLT) )

0 = (fmti, o ) (2.48)

On l'estime par EM en marginalisant et en calculant la fonction Q. Le lecteur intéressé
par leur estimation trouvera une solution dans l’article d’origine[58], & l'aide d’une
méthode bayésienne approchée. Ici, a et 8 sont supposés connus pour simplifier la
présentation. On obtient ’algorithme, avec v = a/f,

BSOM d’Utsugi

Init Initialisation de 6°,
Pas B #}(z;) = P(zi|lmi, B)/ 32, P(zi|m], B),
PaSM NHZd’&ag(m?],mgj,,m?(]),
Vi, k mp; = W zf. ty(zs)mpy; et miit = (N™ +yLTL)"'N"mp,,
Test [|0™ — 0"~1|| < € alors 6 = 0,

sinon retour au Pas Estimation.

Ce modele inadapté au traitement de variables qualitatives sera étendu au cas mul-
tinomial dans le chapitre suivant. Dans la suite, nous décrivons des modeéles employant
soit une variable aléatoire non observée gaussienne répartie sur le plan (cf. PPCA),
soit une grille de distribution de Dirac (cf. GTM) : ce sont des alternatives & un loi a
priori par Laplacien sur les composantes des centres de classe. Nous décrivons essen-
tiellement le cas de vecteurs binaires, méme si le cas multinomial est également traité
par Girolami.

2.4.5 Modeles dérivés pour le cas de variables binaires qualitatives

Girolami et Tipping introduisent tous les deux (indépendamment) un modéle de
mélange de lois de Bernoulli multivariées avec une représentation logit des probabilités
a partir d’une variable cachée distribuée; dans la suite les données z; sont donc des
réalisations de v.a. discrétes binaires.

Plus formellement, on garde la méme formulation du modeéle général des modeles
précédents ; par contre, les formes paramétriques des distributions considérées sont
modifiées en introduisant la loi des composantes P;(v;|z) spécialement adaptée :

J
Plo) = [ Pizioyirs = [ []PwI2)aP; (2.49)
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On note'® Z une variable latente définie de maniére exacte plus loin. On pose Bij les
variables binaires renseignant sur la présence ou absence d’un mot v; dans le texte x; :

J J
P(ailzs6) = [[ Patwsl2) = [[ Ploj12)% (1 - Pluyle))' =2 (2.50)
J J
ol,
B exp(BT z + b;)
Plojlz) = 1+ epoﬂsz + bj) (2:51)

On note une telle transformation par GLMpjs, pour un modéle linéaire généralisé
(GLM) avec modele de bruit bernoullien multivarié (BM) :

zi|z ~ GLMppy(2,8) z~7
0 = ({8} {bi},7)
Enfin, Tipping considére la variable latente continue & distribution gaussienne comme

en ACP probabiliste, tandis que Girolami considére une distribution discrete disposée
en grille de deux dimensions, comme le GTM.

(2.52)

Pour résoudre la marginalisation, les deux auteurs emploient une approximation
variationnelle du logit, proposé originalement par Jaakkola et Jordan dans un modele
bayésien logistique. Il s’agit d’une expression gaussienne a parametres inconnus :

Pi(vjlz,€¢5) = Sj exp{(Ry; — €;)/2 + T;(A}; — €)} (2.53)

avec R;j = (2B;; — 1)(,3;Tz +0bj), S5 = %, et Tj = (0.5 — Sj)/2¢;. En effet, cette
gaussienne (aprés estimation des parameétres) combinée & la distribution a priori de la

variable latente s’intégre analytiquement, sachant que P;(v;|z,¢;) < P;(v;]2)-

Variable latente discréte (BGTM)

Pour 'approche de Girolami[54, 60], la variable latente Z prend ses valeurs dans
{&1,&2,- -, €k} ou Z pour alléger la notation. On définit une grille de Diracs mais non
équiprobables contrairement au GTM.

Définition 20 Le modéle de Girolami s’écrit :

zilz ~ GLMppm(z,8) 2z~ md(z — &)
0 = ({Bi}ts, {bi}i» mk)

19En réalité, Girolami propose dans ’exponentielle de)(z), ou ¢ transforme de fagon non linéaire z,
donc en prenant 3; = (8;,b;) et ¢(z) = (2,1), on retombe sur le modele de mot de Tipping.

(2.54)
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Ce qui donne pour z; :
K
Pa:]0) = / P(i|2,0)dP; = 3" P (ailk; 0) (2.55)

On peut ensuite maximiser la vraisemblance par EM. La fonction Q s’écrit, en
notant t}(x;) = P(k|z;,0™) :

QIO = 551 53, St e} Biglog Pl ik, 0 256)
+(1 — Bjj) log(1 — P(vj]k,0)) + log 7k } '

La partie Ezpectation de 'EM consiste & calculer les #} (x;) en fonction des P(z;|k; ). La
partie Mazimisation par contre nécessite une résolution par optimisation non linéaire.
Par exemple une descente du gradient (GEM) comme le propose I’auteur, sachant que
le gradient pour les 3; est (s pour abscisse et ordonnée) :

686Qk = Z Z te (xi){Bij — P(vj|&k, 0)Esk } (2.57)
s ik

Les parametres de mixages P(;|0)) se calculent directement par :
e it (%)
k I
L’auteur donne une expression matricielle de la maximisation par méthode du gra-
dient pour cette phase de ’'EM. De méme, il propose une méthode variationnelle al-

ternative. Un des ces travaux propose également un solution GEM avec une expression
matricielle élégante, adaptée a toute la famille de lois exponentielles.

(2.58)

Variable latente gaussienne (BPPCA)

Tipping[55] doit résoudre le probléme tout autant analytiquement insoluble de maxi-
misation de la logvraisemblance pour Z gaussienne :
Définition 21 Le modéle de Tipping s’écrit :

$1|z ~ GLMBM(Z,,B) z ~ N(O,IQ)
0 = ({Bj}>{b5};)

(2.59)

D’ou :
P(zil0) = [r2[1] Pivj|Z,0)dPy o
= 57 Jro H;Pz'(vj\z,e) e 37 gz

Ce genre d’intégrale peut se calculer 4 I'aide de méthodes de type Monte-Carlo, ce qui
a été proposé (d’apres Iauteur) récemment dans la littérature, i.e. avec L grand et les
&k échantillonnés suivant la distribution gaussienne P(Z) :

LO|D) => log Y [[ Pi(vjlér, 0) — Tlog K (2.61)
7 k J

(2.60)
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Tipping use de 'approximation variationnelle du modele logit. Il en déduit un algo-
rithme performant qui se révele plus rapide que la méthode Monte-Carlo en pratique.
Une fagon d’employer les modeles de mélange sans poser de loi a priori sur les classes
est ’approche floue comme décrit ci-aprés.

2.4.6 Cartographie associative (TPEM)

Dans cette section, z; € R’ est & nouveau un vecteur multivarié. On décrit I’al-
gorithme du Topology Preserving EM ou TPEM[61] pour une cartographie associative.
On se référera a larticle d’origine pour le détail de la méthode. Le TPEM utilise
un mélange de gaussiennes. Contrairement au SOM, les classes sont de matrices de
variance-covariance pleines et différentes; cette propriété lui évite de placer un plus
grand nombre de centres dans les zones de forte densité. Cette propriété rend par contre
I’estimation plus délicate en raison des parameétres plus nombreux. Le TPEM permet
I'estimation et 1’organisation en carte de distributions quelconques. Les auteurs ont
justifié la méthode seulement pour un mélange de gaussiennes N (my, Xx) de moyennes
my, et matrices de variance-covariance Y.

Définition 22 La méthode TPEM optimise’® la vraisemblance classifiante associée au
modéle :

zilzi = k ~ N(mpg, Zg|0) 2 ~ M(1, (7))

6= ({mx )i (S b {m)s) (2.62)

Le TPEM lisse les coefficients binaires c;, en des valeurs u;x, aprés le pas d’affecta-
tion de classification CEM. Le lissage est tel qu’autour de la classe correspondante d
l’étiquette k, la plus probable, de x;, les coefficients d’affectation aux classes deviennent
i1 < hgg. La fonction de voisinage est diminuée en fonction du temps jusqu’a aboutir
au delta de Kronecker en k.

On rappelle que dans le cas de gaussiennes isotropiques équiprobables, I'estimation
du mélange classifieur et la minimisation du critére moyennes mobiles (ou critére de
variance intra-classe) sont équivalentes. Les auteurs font alors le lien entre les K-means
et le SOM car pour un échantillon fini, le SOM minimise approximativement le critére
variance intra étendue (voir partie sur le SOM dans la section en fin de chapitre).
Finalement, le TPEM est une variante d’EM classifiant CEM dont la phase d’affectation
est rendue floue. La convergence est assurée car les derniers pas se transforment en
un algorithme CEM puisque les coefficients d’affectation u;; deviennent binaires et
s’identifient aux c¢;;. Le modele suivant formalise le voisinage ici flou en introduisant
une seconde variable aléatoire non observée sur laquelle se distribue celle conditionnant
les gaussiennes du mélange classifiant précédent.

200n rappelle que M est la loi de probabilité Multinomiale.
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2.4.7 Carte topologique probabiliste (PRSOM)

Cette méthode consiste en une version probabiliste du SOM, & I’aide d’un mélange
de mélanges de gaussiennes. Le modeéle est di & Luttrell[62] alors que I’estimation sous
la forme des nuées dynamiques provient de travaux présentés a 1’école Modulad[63]. On
écrit pour z; € R” :

Définition 23 Un modéle de SOM probabiliste s’écrit :

T ~ Y Tk o TP(zilay) ot zi|z = k ~ N(my, o)

0 = ({mk}i, {mritrr, {mk b, {ok 1) et ax = (my,ok) (2.63)

Un fagon de résoudre le modeéle pour un jeu de données i.i.d. est de considérer la
vraisemblance classifiante et d’estimer & part les 7. On aboutit & ’algorithme suivant :

Algorithme PRSOM

Init Initialisation de 69,
Pas Affectation 2 <= argming Y, T P(z;|a}),
P(wilan)

Zi T2 P( Z;
a o . i Pzila,n)
Pas Maximisation mzﬂ = i

Z P(mi\a};‘) )
MM B T Y
i Thzj P(milaz?)

P(z;|al)
> k2] W’lzkn) sz_m’ﬁ”%.]
U/?“ = NEZETTY )
Z;|la
J Zz sz? P(mﬁa:;,)
1
Test Arrét [[0™ — 6"Y|| < € alors 6 = 6™,
sinon retour au Pas Affectation
. L M)
Fin iy = ==

On remarque avant tout que l’affectation n’est pas celle du SOM classique mais une
version pondérée a I’aide de la fonction de voisinage, sur les probabilités d’un document
dans une classe. Ensuite cette variante du SOM batch pondéré les z; a 1 ’aide d’une
fonction sensible 4 la probabilité dans la classe considérée. Enfin, il est possible de faire
décroitre mg; en fonction du temps, comme pour le SOM. La méme idée peut s’appliquer
au mélange du PLSA, comme le fait Hofmann en proposant le TPLSA, méthode décrite
ci-dessous.

2.4.8 PLSA topologique (TPLSA)

Cette méthode proposée par 'auteur du PLSA, dans [64], utilise un ensemble de
facteurs fixes sur une grille en créant une distribution artificielle entre ces nouveaux
facteurs et ceux du PLSA. Alors, par somme sur ces facteurs de la grille ou marginali-
sation, le nouvel algorithme favorise la répartition topologique. Plus formellement, on
utilise les notations suivantes : Z' pour le facteur latent PLSA et Z" pour la variable de
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grille. I’idée principale est de fixer les probabilités P(Z'|Z") 4 'aide d’une distance sur
la grille, i.e., on considére chaque variable Z] et Z!' correspondant de maniére unique &
une vecteur de coordonnées cartésiennes, d’ot :

Définition 24 Le PLSA topologique se définit a partir du PLSA en ajoutant une va-
riable cachée distribuée artificiellement telle que P(Z' = k|Z" = 1) o« hyg;. On suppose
une distribution multinomiale des cellules de la matrice des données. Les probabilités

des composantes suivent elles-mémes un mélange discret distribuant la variable latente
7' du PLSA sur une autre variable artificielle Z" :

Distribution Multinomiales de D, v.a. des cellules d’un tableau de contingence
Pjii = > 25 Pjjk 221 Pr P (2.64)
0 = ({Pyxtjk: {Puitia)

On résoud par EM, d’ou I'algorithme :

Algorithme 8 Le PLSA topologique itére jusqu’a convergence :

Algorithme PLSA topologique

Init Initialisation de 6y, oy,

Pas E Voir PLSA,
P”"i,_ x PP, avec Pﬁl =D PﬁkPk\l

g s~ 510
n n n n __ n
Py j < PPy, avec Py, = 2oy PP

Pas M o" :1 no™ 1, Pyjp o< hi
n+ . pn
Pix o< 20 Nig Py

n-+1 .. pn
Byt o< 25 NP

Test ||6™ — 6" 1|| < € alors § = 6™,
sinon retour au Pas Estimation.

Apres convergence, on obtient conditionnellement & y, la répartition des mots et docu-
ments, d’ou la grille résumant l'information textuelle.

2.5 Conclusion

Ces méthodes bien qu’intéressantes dans le développement de leur modéle s’averent re-
lativement lourdes en pratique; elles sont peu adaptées au traitement des données tex-
tuelles et sont peu interprétables. D’ailleurs, la distribution multinomiale compétitive
dans le domaine textuel n’y apparait pas de fagon efficace. C’est pourquoi, nous propo-
sons dans la suite une nouvelle méthode tout spécialement développée pour ’analyse
textuelle. De nouvelles propriétés des cartes auto-organisatrices s’en déduisent alors
naturellement.
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Chapitre 3

Cartes auto-organisées pour les
matrices de comptage

En analyse textuelle, la méthode d’analyse factorielle des correspondances donne
des résultats synthétiques satisfaisants du point de vue qualitatif, comme en témoigne
son usage courant dans les communications du domaine notamment linguistique. Nous
recherchons une méthode alternative performante en cas de volume de données impor-
tant, de type carte de Kohonen. Nous la voulons pourvue d’indicateurs statistiques
apportant une aide & 'interprétation des résultats obtenus.

Ainsi nous adaptons le TPEM présenté dans le chapitre précédent afin de traiter
un tableau de contingence. En effet, le principe de cette méthode, variante performante
des cartes de Kohonen, est apte a projeter des vecteurs de distribution, comme des
profils lignes d’un tableau de contingence : en remplacant la distribution gaussienne
de classe par une distribution multinomiale. On 1'appelle CASOM pour SOM par CA
(ou AFC). Ensuite, nous dégageons divers résultats & propos de CASOM : la distance
approchée employée par la méthode, le comportement des critéres qu’elle optimise.
Nous nous intéressons également aux notions de qualité de la carte obtenue et plus
particulierement & la visualisation qui en dérive. Alors, nous proposons un nouveau
formalisme du voisinage pour SOM en trouvant un critere flou & partir des modeles de
la segmentation d’images. Cet algorithme illustre I’analogie que nous proposons entre les
algorithmes des cartes auto-organisatrices et ceux de segmentation d’image. Puisque
ce critére demeure encore flou, nous proposons un autre critére flou obtenu & partir
d’une version bayésienne du SOM. Nous aboutissons alors & une version complétement
probabiliste dont 1’estimation est envisageable par une procédure d’EM généralisé.

49
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3.1 CASOM : un SOM pour tableau de contingence

3.1.1 Algorithme CASOM

Etant donnés les bons résultats en classification textuelle obtenus par le mélange de
lois multinomiales, nous supposons chacun des documents généré par une multinomiale
particuliére, posée comme la distribution de la classe & laquelle il appartient, et dont il
conviendra d’estimer le vecteur de parametre Pre = (P Py - - Pyjg)- L'algorithme du
TPEM de [61] permet d’effectuer une cartographie associative & partir d’'un mélange de
gaussiennes. Aussi, nous appliquons le méme principe pour notre modélisation adaptée
a des données de comptage.

Définition 25 Une méthode de carte auto-organisatrice adaptée auz tableaur de
contingence est une adaptation du TPEM : on remplace la distribution gaussienne par
une multinomiale ordonnée, d’ou la loguraisemblance classifiante suivante :

‘CM(970|D7N103N205"' aNI') = ZZCZk‘ IOg (ﬂ-k) HP]]TZJ)
PR i

Ici, les paramétres c; qui permettent d’affecter une donnée a une et une seule classe,
seront rendus flous en p;, 6 la fagon du TPEM, pour induire une organisation en
grille. Les marges du tableau apparaissent ici explicitement pour souligner qu’elles sont
supposées firées; dans la suite, elles ne sont pas notées pour alléger l’écriture.

Le modele sous-jacent au TPEM traité par ses auteurs, Ambroise et Govaert, est le
mélange particulier[61] de lois gaussiennes multidimensionnelles. Dans notre cas, nos
données ameénent naturellement & 1'usage de la distribution multinomiale ici ordonnée
P(z;|k,0") = ]I, PJ]|V,;J . Notre algorithme se base donc sur le mélange de lois multi-
nomiales. Du fait des marges intervenant dans la loi multinomiale, nous modélisons
I’ensemble du tableau en considérant des marges constantes : un tel modele peut
d’ailleurs s’employer avec la distribution multinomiale classique. Finalement, ce modele
suppose données les marges du tableau de facon déterministe. L’algorithme d’estimation
résultant est tres semblable & I'estimation par EM du mélange de lois multinomiales, ex-
cepté le fait que les probabilités a posteriori sont remplacées par la forme lissée du SOM
ou TPEM. Lors de 'estimation des centres multinomiaux du mélange contraint, un lis-
sage bayésien classique est également introduit comme il est expliqué dans la section
suivante, afin d’éviter des composantes vectorielles nulles difficilement manipulables.

On a:

Algorithme 9 L’algorithme proposé pour un tableau de contingence est une variante
du TPEM. On répéte! jusque convergence, avec une fonction de voisinage gaussien :

1On initialise avec un oo valant environ la taille du coté maximum de la grille. La répartition initiale
des documents dans les classes est prise aléatoire.
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Algorithme CASOM

Init Initialisation de 6°,

Pas Affectation Vi 2} = argmazyez mp P(z;|k,0"),

Pas Parameétres o™t = non,
Vi, k piy o< " (€k, Ean),

Pas Mazimisation Si ), pi >0, Vi, k P;“,;H = %,
Sinon, P’H'1 = P,

n+l _ 2 bhtl
vk T -3 Zk’“kl+K7
Test 16" — 6" 1|| < € alors § = 6™,

sinon retour au pas Affectation.

On a modifié un centre de classe si et seulement si des coefficients lissants non nuls
lui sont affectés. Il arrive en effet que des classes soient vides, celles-ci servent alors de
frontiere. Sans cette condition supplémentaire au TPEM original, nous aboutirions pour
les classes vides & des centres sans signification, aux composantes toutes identiques. On
a noté n un coefficient dans ]0,1], proche 1, permettant de diminuer exponentiellement
le rayon de voisinage durant ’apprentissage, par exemple 0,9. La convergence est as-
surée puisque h"(€x, &) ~ (&, &.») pour n assez grand, et donc pjy ~ (&, &.r) -
I’algorithme se termine par des itérations d’EM classifiant. Nous étudions dans le pa-
ragraphe suivant le critére minimisé par I’algorithme; pour ce faire, on se place aprés
la phase d’organisation de la carte, pour le cas de p;; binaires.

3.1.2 A propos du lissage des multinomiales

11 est effectué un lissage[65] lors de l’estimation des probabilités multinomiales. En
effet, l'algorithme rencontre fréquemment des groupes textes qui ne comportent pas
certains mots du vocabulaire. Par conséquent, sans lissage les probabilités seraient
nulles, ce qui occasionnerait des problemes d’évaluation de la vraisemblance. En re-
marque, le lissage corrige ce probleme tout en demeurant non biaisé asymptotiquement.

Le lissage est équivalent & l'introduction d’une loi a priori sur les probabilités mul-
tinomiales. En effet, pour une approche bayésienne de la distribution multinomiale, il
est courant d’utiliser une distribution a priori de Dirichlet notée Dir(ay,ag,---,ay)
sur les probabilités, telle que :

r «a ~
P(z;,plk,0,a) = lelzj % (Z] 5) HP -1 Nij+aj;—1
J

P.
Z]P a])
—— ~

Jlk
P(Cﬂi|p,k,9) P(p‘k:a)NDZT(al5a2a"'an)

Le formalisme bayésien permet d’écrire, en sommant convenablement :
L3>, @) 11 T(NVij + )
> Tey) 25 Tley)

P(p|zi, k,a) ~ Dir(N;j + «;) et P(z;|a) =
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11 est possible ici, d’un point de vue bayésien, de maximiser 1’evidence, qui représente la
probabilité d’avoir un échantillon provenant d’un distribution multinomiale. Ici, nous
posons a; = 1 de fagcon a supposer une distribution uniforme. On en déduit la posterior
predictive distribution :

N;j+1

7@

On peut choisir d’autres lois a priori. Par exemple pour o; = 1/2, on a I'a priori de
Jeffrey.

3.1.3 Propriétés de la distance induite par le critere de vraisemblance

En réarrangeant la vraisemblance classifiante de multinomiales, on reconnait deux
sommes pondérées :

Lm0,0D) = —Noo (D D max KL(fZ-.nPk.)—NiZZm log
i k * ki
+ N..(ZfiZMz'kajulngﬂi)
i k J

La somme d’entropies est une constante puisqu’il s’agit des distributions empi-
riques. L’expression obtenue est trés comparable au critere K-means puisqu’il suffit
de remplacer la distance euclidienne par la divergence? KL et d’ajouter le facteur
de pondération. Ce facteur de pondération f; prend en compte la taille des textes.
Contrairement aux K-means, un terme supplémentaire portant sur le nombre de
classes induit une répartition des individus entre classes non uniforme : I’algorithme
n’aura pas tendance & maintenir un nombre d’individus identiques dans ’ensemble des
classes. Etant donné que ce terme fait intervenir I'inverse du total d’occurrences des
mots dans le corpus, on le négligera dans la suite, lors de 1’étude du critere.

Le maximum de vraisemblance ne minimise plus directement une variance-intra en
terme de distance euclidienne entre des centres et un ensemble d’individus & classer. I1
minimise la somme des divergences de Kullback entre les distributions empiriques f;e
des documents et les distributions de classe Py, & calculer, pondérées par la probabilité
empirique d’apparition de chacun des documents.

Définition 26
Exr(0,uD) =i fi Xk tik KL(fiol|Pra) — 52 Yop 2o Hik log

L’algorithme CASOM maximise une vraisemblance assimilable & un critére sur une
distance moyenne :

20n rappelle que la divergence de Kullback-Leibler est toujours positive et s’annule lorsque les
deux distributions comparées sont identiques; mais KL n’est pas une distance symétrique et on a

KL(P||Q) = 3_; piln(pi /4;)-
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Propriété 2
Connaissant la formule liant la loguraisemblance et la divergence, on a :

maxg EM(G, C|D) -~ m’ingEKL(e, C|D)

On peut remplacer la divergence par la distance du x? (dy2), on obtient un autre critere
tres proche de celui étudié¢; d,»> (notée |[e —e||,2) :

2(0, /D) = Zf, Z ik Z - (fi —Pip)® =D fi Y ik [ fie — Pral2
% k

J

En approximant la divergence au deuxieme ordre, nous établissons un lien entre F,. et
E Kl-

Propriété 3 En notant &, le coefficient d’affectation finale a la convergence de CA-
SOM :

EKL(é C Z fz Z Czk {Z f]|z j\k) }

Apres avoir négligé le terme en O(1/Nee) dans Exr, ce résultat dérive de I’équivalence
asymptotique des statistiques [66]du G? et du x?, que I'on obtient en écrivant le critere
Jili—Fiik

j |k
un développement limité. Mis & part le coefficient multiplicatif 1/2, nous obtenons que
la projection par multinomiales contraintes en carte topologique minimise approxima-
tivement3 en définitive un critére By, de type K-means, doté d’une métrique proche
de d,2, locale a chacune des classes puisque les P; sont remplacés par les 15]-‘ k-

Ex; en fonction du log des * considérés ici assez proches de zéro pour permettre

Propriété 4
En se restreignant & chacune des classes et en négligeant le lissage bayésien, la distance
dans CASOM est localement une distance du x>. O

On note ||[e — o ”X% la distance du x? adaptative, locale & Cy. Il s’agit plus exactement

du x? entre distribution. On remarque que cette distance conserve approximativement
la propriété d’équivalence distributionnelle dans les cellules de Voronoi. Le facteur de

3Le comportement empirique similaire en classification automatique pour des critéres comparables
(modalités des variables qualitatives codées en indicatrices) aux précédent a été constaté depuis quelques
années en pratique (voir [67]). On en déduit que Exr et Exr doivent permettrent de construire des
cartes trés ressemblantes en pratique. On observe d’ailleurs sur des données réelles E, > décroitre et
atteindre un palier minimum alors que la logvraisemblance du modéle augmente durant I’apprentissage.
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lissage induisant des valeurs non nulles, empéche la propriété d’étre exacte. En effet, si
I'on se restreint & une cellule de Voronoi, et aux données contenues dans cette cellule,
on peut considérer les P; x, comme les marges du tableau de contingence constituées par
les z; dans la cellule : s’il n’y avait pas lissage par ’ajout d’un facteur additionnel 1,
on se retrouverait exactement avec la distance du x?, mais seulement pour I’ensemble
de données réduit, dans Cj.

Finalement le critére obtenu est le suivant :

Exr(0,CID) =Y fi Y éu |lfie _P’““ii
i p

3.1.4 CASOM : Généralisation non linéaire de I’AFC

Nous avons finalement construit une généralisation non linéaire de 1’Analyse de
Correspondances. En effet, la modélisation proposée non seulement étend le TPEM aux
variables qualitatives en conservant ses relations avec le SOM puisque seule la métrique
est modifiée, mais encore, la métrique est approximativement d, 2, avec adaptation aux
classes particuliéres de documents. On la nomme CASOM pour SOM by CA ou AFC
par Carte de Kohonen.

Propriété 5

Au sens de la généralisation* définie au chapitre précédent, algorithme CASOM est
une extension non-linéaire de ’Analyse Factorielle des Correspondances. En effet,
il s’agit d’une variante du TPEM pour tableau de contingence, donc de l’algorithme
Batch du SOM. La métrique en jeu est la divergence de Kullback-Leibler, assimilable a
une distance du x? localement & chaque cellule de Voronoi. O

3.1.5 Propriétés statistiques de CASOM

L’algorithme proposé possede certaines propriétés en raison de I’hypothese de dis-
tribution multinomiale dans les classes. Nous montrons le caractére gaussien du critére
pour des textes tous trés longs, et proposons un autre critére appelé divergence-intra
étendue quantifiant la qualité de la cartographie par CASOM.

3.1.5.1 Le critére EKL(é, C|’D) pour min;N; infini

Nous utilisons dans la suite une propriété connue de la loi multinomiale; en notant
0?, le vrai parametre, f étant une estimation (par maximum de vraisemblance) :

4En remarque, ’Analyse Factorielle des Correspondances est non-linéaire contrairement & I’Ana-
lyse en Composantes Principales, donc la propriété précédente n’a pas exactement le méme sens que
son énoncé pour les cartes de Kohonen. Schématiquement, CASOM est un algorithme qui cherche &
construire une surface dans ’espace des distributions empiriques afin d’expliquer d’une certaine maniére
P’écart & 'indépendance, alors que ’AFC va expliquer cet écart sur des plans factoriels multiples.



CASOM : un SOM pour tableau de contingence 55

Théoréme 3
On suppose Vj, 'P]v|k # 0. On note 07, le vrai paramétre, si bien que :

Si z; ~ M(Nia, {PL}) , alors Nia 55 (Fii = P2 P, = X34
Sinon (z; ~ M(Nje, {PL}) et v' #v) , alors Ni. > (i — P]”|k)2/P]”|k — 00
Ainsi, en assimilant les centres estimés comme les valeurs optimales, ce théoréme
permet de vérifier une adéquation locale a chaque centre de classe en comparant un
vecteur document a son centre attitré. Il serait intéressant de chercher un résultat plus
global pour le critére® Eg (8, C|D).

3.1.5.2 Un critére de divergence étendu par analogie avec le SOM

Nous posons un indicateur approché d’auto-organisation adapté au cas particulier
des multinomiales. Pour ce faire, nous remplacons simplement dans Egsoaq, la distance
euclidienne par la distance de Kullback, et les 1/I par les probabilités empiriques f; :

Ecasom(0,uD) =37, fi >k ik Doy i D25 il 10g{§

s
Jlt
En effet,

Propriété 6 Pour une fonction de voisinage fite, CASOM minimise approzimative-
ment le critére Ecasom(0, u|D), en ajoutant un lissage. O

Preuve Ona:

dEc A (0,uD)+X (32, Pjji—1)
e = Y X faichwa fjyip + A =0
= Pn-‘rl _ Ek Zq, fiN?khklfj\i _ El h(fl,Z?)Nij
i T e ulhefi T 2 h(&,27 ) Nie

Par contre, ici, comme pour le SOM, une résolution exacte a la facon des nuées
dynamiques serait d’affecter le document z; & la classe correspondant au minimum

sur f; >, by Ej )i log 1}_%""1. Cette affectation est bien différente du maximum a

posteriori; cependant, on constate que pour des centres bien ordonnés, et en cas

®Ainsi, on peut imaginer le résultat suivant qu'il faudrait démontrer rigoureusement; il a peu
d’intérét en réalité dans le cas des données étudiées en pratique puisque les vecteurs textuels sont
de grandes dimensions et trés peu denses, donc les hypotheéses ne sont pas vérifiées.

Pour min; N; assez grand, le lissage des multinomiales est négligeable. Sous 'hypothése Hy : ” Chaque
vecteur-document suit la distribution multinomiale de la classe auquel il est affecté”, on a pour un grand
nombre de documents, tous de grandes tailles (en considérant les probabilités toutes non nulles) :

N["EKL(@,C|D) ~J-1

La valeur asymptotique doit diminuer dans le cas de vecteurs creux.
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de solution monomodale, les deux types d’affectations sont voisins puisque alors les
distances du plus proche voisin aux classes voisines seront peu différentes, amenant 3
des affectations quasiment identiques. O

L’étude asymptotique du critere approché va permettre d’obtenir un nouveau
critere, rappelant un critere proposé pour le SOM. Pour des N; grands, on obtient
en effet, en posant Z; ’étiquette de classe définie par CASOM pour z; :

Propriété 7 Si on note :
o tcasom = 2ok fini) Yok MK L(Pral | Pia) m Yog e Y4 ekt K L(Pral| Pra)
. ; 5h 5 1P
® aji = hk.(l —|—long‘k) —log Hl Pj|llu I El hy; log(Pj‘k/Pj”)
* dcasom = \/Zi Fil22 Pizis, — 225, 2y Pirlai Pial2iji 205:]

Alors, pour min;N;, assez grand, et sous [’hypothése que 6 est le vrai parameétre, on a
le résultat de convergence asymptotique en loi :

E 6, 3|D) — m
C.ASOM(A f2|D) — icasom ~ NL(0,1)
GCASOM

Nous avons donné une démonstration rapide de cette propriété en annexe. Une étude
plus détaillée reste a faire; notre cadre applicatif a lieu dans un espace de grande
dimension, et ne vérifie généralement pas les hypothéses.

Ce théoréme montre le comportement de lindicateur de bonne répartition sur
la grille des documents, ainsi que celui de la classification sous-jacente : une bonne
répartition donnera une valeur faible pour cet indicateur, valeur finalement proche
de sa valeur asymptotique. Etant donnée la moyenne obtenue, il s’agit bien d’un
complément au critere intra. En effet, on retrouve le critére SEL proposé par divers
auteurs[61] pour des cartes auto-organisatrices de variables continues, et de centres
de classe my. On approche de fagon informelle les sommes de f; dans chaque classe a
I’aide des coefficients mélangeants. On en déduit la définition suivante :

Définition 27
Un critere de mesure de la qualité de ’auto-organisation pour CASOM s’écrit :

Sk A&k @)K L(Pra||Pia)

k £k

Ce critere est assez semblable & celui pour le SOM, puisqu’il suffit de remplacer
la distance euclidienne par la divergence, et d’assimiler les centres de classes my aux
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P,.. 1l s’ajoute par contre une pondération prenant en compte la probabilité a priori
des centres, non existant dans le critére original. Ce résultat permet d’obtenir un in-
tervalle de confiance du critére et de mieux comparer deux valeurs différentes. C’est
une statistique de test asymptotique. Cependant, I’hypotheése de limite asymptotique
généralement pas atteinte, nous améne a proposer en alternative une méthode empi-
rique basée sur une simulation de type Monte-Carlo, qui est présentée dans la section
suivante, ainsi que divers autres indicateurs statistiques.

3.1.6 Résumé sur la méthode CASOM

Nous avons montré sur un cas particulier qu'une modélisation probabiliste est
équivalente & 1'usage d’une distance, une distance du x? locale, que nous avons mis en
évidence. La divergence est une bonne alternative a la distance euclidienne. Pondérée
par la taille des textes, elle permet de prendre en compte des textes de longueur
différente, et rappelle le x? pondéré décomposé par AFC. La prise en compte du
nombre de mots dans les textes est souvent inexistante dans les algorithmes cou-
rants; c’est donc un point important de la projection & base de multinomiales. Nous
avons également explicité une limite asymptotique du critere. Ce résultat est important
lorsque l'on travaille en grande dimension, comme en analyse textuelle. Il permet de
prévoir le comportement pratique des critéres proposés. Ici, pour un grand nombre de
documents, tous tres grands on constate que l’on maitrise la comparaison de valeurs
du critere : la loi dégagée donne directement une estimation de la pertinence entre
des écarts. Il reste & les étudier plus en détail dans nos cas plus particuliers (lissage
bayésien et I, N;o petits). En effet, les données ne vérifient pas toujours les hypothéses
asymptotiques. Il serait intéressant d’essayer d’établir des résultats en petit échantillon,
en tenant compte du biais bayésien. On pourrait également chercher le comportement
de la distance en fonction de I’écart & la vraie loi, propriété importante puisque 1'on
dispose rarement des estimations exactes. Un autre intérét de la méthode présentée est
certainement de construire un pont entre les méthodes de carte auto-organisatrice et
les méthodes d’AFC, a 'aide de la loi multinomiale. Cette idée semble un bon point
de départ a ’élaboration d’algorithmes généralisant P’AFC. Un probléeme commun au
SOM, TPEM et CASOM, est la difficulté de réglage des paramétres. Il existe des
moyens relativement lourds pour y remédier. C’est pourquoi, nous proposons dans la
suite des fagons de formaliser explicitement le voisinage. Auparavant, nous expliquons
des moyens d’étudier les projections obtenues par CASOM.

3.2 Compléments a 1I’étude d’une cartographie par CA-
SOM

Nous allons définir différents critéres qui permettent de quantifier d'un point vu
statistique ou de celui de la théorie de l'information, la dépendance entre les multi-
nomiales. D’abord, nous proposons une méthode visuelle en construisant une méthode
d’analyse factorielle dédiée & la visualisation des multinomiales, son lien avec I’analyse
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factorielle est alors présenté. A cette occasion, nous posons un tableau de contingence
associé a la partition obtenue par CASOM, dérivé de la méthode d’estimation par
maximum de vraisemblance du mélange de multinomiales avant la normalisation pour
obtenir les centres multinomiaux. Ce nouveau tableau explicité fournit les bases d’un
classique test du x? afin d’étudier la dépendance des facteurs multinomiaux de ce point
de vue, et introduire un critére d’information, la somme de I’entropie des facteurs. En-
fin, il est expliqué comment parvenir a un test statistique cohérent avec le critére de la
variance-intra étendue aux voisins.

3.2.1 Projections factorielles

Nous proposons de projeter les centres des multinomiales par I’analyse factorielle des
correspondances. Il est choisi pour pondération de chacune des classes, la probabilité du
facteur multinomial, et pour métrique, 'inverse des probabilités des mots. La projection
permet de montrer les dépendances entre facteurs multinomiaux et de juger de la bonne
convergence de l'algorithme. Il s’agit d’un complément 4 la représentation par U-matrice
(voir [38]) qui montre® la divergence plutot que la distance du x2. Il est alors possible
de représenter les mots en éléments supplémentaires.

3.2.1.1 Meéthode de projection de centres multinomiaux

Plus formellement, on note Pk, la matrice diagonale de rang K et d’éléments diago-
naux 7i. La matrice des profil-lignes étudiée est celle des facteurs multinomiaux, soit la
matrice D = [f’]‘ kJk,; de K lignes et J colonnes. Nous appliquons donc une projection
factorielle, avec la métrique du x? (f.;), et la matrice des poids Pk, sur la matrice
de profil-lignes Dy, réduction de D. Les vecteurs propres solutions diagonalisent la
matrice :

DEP' D Pt

On remarque que cette projection factorielle n’est pas tout a fait une AFC car les
pondérations proposées ne sont pas les marges normalisées du tableau de contingence
Dg. On peut montrer cependant une équivalence sous certaines hypotheses. Dans la
suite, nous définissons un tableau de contingence particulier.

3.2.1.2 Lien avec une AFC

En effet, la projection ne décompose pas I'inertie Iy, (au facteur additionnel 1 pres)
proportionnellement & un x? contrairement & I’AFC. Cela provient principalement du
fait que les multinomiales ne se mélangent pas comme la somme normalisée du vocabu-
laire présent dans les textes, mais plutét par normalisation des nombres de documents

5Pour notre méthode particuliére, nous remplacons la distance euclidienne utilisée pour la U-matrice
du SOM avec distance euclidienne par la divergence symétrisée qui a bien un sens ici. On use d’une
symétrisation pour corriger le fait que KL n’a justement pas la propriété de symétrie.
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présents dans leur classe correspondante. En effet, on remarque dans 1’algorithme d’es-
timation des facteurs multinomiaux que les P; sont calculés par normalisation d’un
tableau de contingence & chaque pas de I'algorithme :

> faNij +1 | D aNig + 1 Y i i1 Nie +J

i bikNij +1 > i fikNie +J

D i bik Ny +1 S | i Nig +1 D ;i fix Nio + J

‘ZkZiﬂikNij_'_K ‘ ‘ ‘ ‘ ZkZiﬂikNiJ+K H ZkZiﬂikNi-+KJ

C’est I’AFC de ce tableau qu’il faudrait calculer pour étudier les liaisons exactes au sens
du x? entre les facteurs multinomiaux. Si ’on note la matrice diagonale PI;I d’éléments
% ainsi que 15]1, la matrice d’élément %, une application directe
de PAFC correspond & diagonaliser la matrice :

DR P Dy Pyt

Notre approche préfere prendre en compte les vrais poids qui sont affectés () aux
facteurs multinomiaux, et suppose disposer uniquement de leur estimation (tableau in-
connu). Dans un cas asymptotique et & vocabulaire équiréparti (IV; tous égaux), il est
clair que la méthode décompose approximativement le x? d’indépendance puisque les
marges s’identifient aux pondérations proposées. Par conséquent, on ne conserve pas
la premiere valeur propre tout comme en AFC, puisque le vecteur propre correspon-
dant est ici approximativement le vecteur moyen d’élément P;. On peut considérer la
premiére valeur propre comme une mesure de ’écart (sous ’hypothése d’une estimation
parfaite, puisqu’en générale, cette valeur propre sert normalement & juger de la précision
numérique obtenue en AFC) entre la projection proposée et celle issue directement de
IAFC.

3.2.1.3 Remarques sur la projection

La représentation proposée est également & rapprocher de la méthodologie d’Ele-
mento et LeChevallier dans [68] qui préconisent une projection factorielle. Ils étudient
une projection de la carte dont les centres sont vus comme individus supplémentaires, &
partir d’'une ACP sur 'ensemble des individus. Ils proposent en outre une initialisation
a partir de ces plans pour éviter l'utilisation d’une fonction de voisinage a large
variance des le début de I'algorithme; en effet, une mauvaise initialisation et un
apprentissage mal adapté peuvent conduire & une carte dont la topologie générale
respecte peu la distribution des données originales, 'auteur construit une initialisation
pré-organisée grace & ’ACP. Dans notre cas, il est plutdt proposé d’observer apres
entrainement les dépendances au sens du x? des centres des classes. Cela permet
d’observer par la méme occasion les variables mais aussi les individus projetés en
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éléments supplémentaires.

Cependant, si ce genre’ de visualisation parait pertinent pour des tailles de cartes
réduites, elle le devient moins pour de grandes cartes, dont la complexité devrait aug-
menter, le premier plan factoriel devenant par conséquent bien moins interprétable.
Des indicateurs chiffrés apparaissent nécessaires, d’autant plus que ce genre d’indica-
teur doit permettre idéalement de vérifier la bonne projection des données. Dans les
parties suivantes, il est proposé un ensemble d’indicateurs naturels non factoriels.

3.2.2 Criteres de dépendance

Il apparait intéressant de tracer en complément des indicateurs de vraisemblance,
un critére statistique de mesure de dépendance : le x? sur le tableau de contingence
sous-jacent aux multinomiales. Ce critére doit a priori décroitre au fur et & mesure de
I'estimation des multinomiales contraintes puisque I’on force une dépendance spatiale
qui diminue & chaque pas d’itération.

On rappelle la définition du test d’indépendance pour tableau de contingence, plus
généralement appelé test du x? qui permet de vérifier 'adéquation d’une distribution
empirique & une loi théorique. Ici, on vérifie si les deux variables qualitatives croisées
dans le tableau sont indépendantes ou non : en cas d’indépendance la probabilité d’oc-
currence d’une cellule ne dépend que des marginales pour les ligne et colonne corres-
pondantes.

Définition 28 ([66, 15])

Le test du x? pour un tableau de contingence de cellules de comptage ni; teste Uhy-
pothése Hy : ”Les lignes ont méme distribution” contre Hy : ”Les lignes sont de distribu-
tion différentes ”. Pour ce faire, on compare les effectifs constatés ny; avec les effectifs
attendus ou effectifs théoriques (estimés ici par nk.n.jnu—l) Ngepj. Sous hypothése
Hy, on a la statistique :

(nkj — nkepj)?
ZZ I~ X1y -1)

NkePj

Une valeur trop grande de D? conduit & rejeter Uhypothése Hy, et donc de conclure
la non-indépendance des lignes.

"On peut remarquer que la projection n’est rien d’autre qu’une analyse discriminante pour variable
qualitative. En effet, en analyse discriminante pour des vecteurs de variables continues, la projection
maximisant la variance inter projetée est équivalente & 'ACP des centres pondérés par le nombre
d’individus présent dans chaque classe. Or, 'estimation du mélange classifiant donne des estimations
des poids des classes et valeurs des distributions comparables. Cette représentation enfin est rapide &
calculer puisqu’il s’agit de réaliser une AFC approchée sur un nombre réduit d’individus, les facteurs
multinomiaux. Les cartes factorielles construites doivent permettre d’affiner une analyse en segmentant
le treillis de neurones en thématiques homogenes.
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Nous utilisons I’approche de ce test pour définir les nouveaux indicateurs de mesure
de liaison qui suivent. Il s’agit de calculer le x2 du tableau des vecteurs multinomiaux.
Ainsi, nous mesurons combien ces vecteurs ont des lois comparables ou non, et d’un
point de vue global.

Définition 29 Un critére de dépendance des multinomiales contraintes s’écrit comme
le x? du tableau sous-jacent :

: (5, i 1 EebiNe By 10
D*(|D) = Ek:Ei Bik>0 Ej (i Fak Nae % 05 Li-}vij‘i‘K)

2 kieNje+KJ

Un autre critére sensible a 1’'organisation de la grille est le critére d’entropie. En effet,
le lissage induisant I’auto-organisation crée une dépendance spatiale par construction.
Aussi il doit certainement augmenter I’entropie. Cela se justifie de fagon informelle et
intuitive par une diminution du désordre au niveau de la répartition des probabilités,
et justement une propension des vecteurs multinomiaux & se réduire & la moyenne du
nuage. L’hypothese de recuit sous-jacent a déja été faite pour le SOM, mais ici, nous
avons une expression explicite étant donnée la nature® des données traitées :

Définition 30 Un critére de mesure de l’organisation des multinomiales est la somme
des entropies des facteurs multinomiauz :

2i tinNij + 1 > BikNig + 1
H(0|D) = i o ;

Cela explique de fagon intuitive pourquoi la surface discrete formée des centres
de classe disposés dans l’espace des données a tendance & étre de faible surface au
début de I’estimation pour devenir de plus en plus grande jusqu’a épouser étroitement
les données. Ce critére de désordre est d’une certaine maniére un critére de liaison
spatiale étant donnée la présence de la somme sur les classes. En effet, de facon
informelle, plus les centres de classes sont différents, moins ils sont comparables & la
valeur moyenne du nuage (vecteur de composantes P;), et donc, plus I'entropie est
faible. Enfin, il serait également possible de mesurer la dépendance d’un point de vue
informationnel & partir de 'information mutuelle. Or, cette derniére n’est rien d’autre
que le x? de vraisemblance (3 un facteur proportionne et additif prés) ou G2, de méme
loi asymptotique que D?.

A partir de ces définitions, nous posons finalement les deux conjectures suivantes :

8En remarque, il est tout & fait envisageable d’exprimer ces critéres dans le cas gaussien (cf. TPEM)
en usant notamment de l'entropie différentielle et de corrélations linéaires.
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CONJECTURES

Premiérement, nous conjecturons que ’entropie d’un pas CASOM est inférieure &
celle d’un pas CEM. Dans la littérature, il est couramment fait I’hypothese que 1’al-
gorithme du SOM introduit un niveau d’entropie décroissant & 1’aide de la fonction
de voisinage, CASOM permet de I’écrire ainsi :

® Heasom(0|D) > Heer(0|D)

Deuxiémement, I'hypotheése sur la dépendance statistique est par contre une nouvelle
maniere de considérer le SOM. En effet, étant donné la propriété de généralisation de
PAFC par CASOM, nous sommes en mesure d’exprimer directement la dépendance
statistique des multinomiales par le biais du tableau de contingence. Le voisinage
introduit lors de ’estimation des centres multinomiaux entraine en effet des relations
linéaires entre voisins : des dépendances statistiques doivent apparaitre :

o DZas0m(0|D) > Digry(6]D)

Ces deux inégalités pourraient directement porter sur deux pas consécutifs de CA-
SOM, hypothese encore plus forte. Pourtant, ces critéres ne prennent pas en compte
explicitement les particularités de la contrainte locale introduite lors de I’estimation des
multinomiales. C’est pourquoi, nous avons construit tout spécialement un nouveau test
statistique dans la partie précédente. Dans la suite, nous proposons des tests statistiques
exempts des hypotheses asymptotiques sur les vecteurs de comptage.

3.2.3 Vers un test statistique pour une évaluation de la qualité spa-
tiale ou une initialisation automatique, a ’aide d’une simulation
Monte-Carlo

Des auteurs[69] ont présenté récemment une méthode de boostrapping pour évaluer
la qualité de projection d’une carte auto-organisatrice. Pour cela, ils réalisent un
rééchantillonnage des données, et recalculent le critere de variance-intra, ainsi qu’un
critere de voisinage, la moyenne empirique évaluant le nombre moyen de fois que deux
individus sont voisins. Alors, ils procedent & un test binomial qui vérifient si deux
individus ne sont pas voisins par hasard, étant donné leur chance de I'étre, comme le
rapport de la surface du voisinage considéré avec la surface totale de la carte. Ce genre
de méthode reconnue pour son efficacité et sa fiabilité n’en demeure pas moins trés
coliteuse en temps machine, puisque I’échantillonnage doit se faire sur I’ensemble des
données. Nous proposons une méthode moins intensive qui ne nécessite que des calculs
sur la carte finale.
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La question que nous nous posons ici est d’évaluer la bonne répartition des classes
plutét que celle des individus. C’est-a-dire, étant donnée la projection obtenue, les
classes sont-elles bien placées sur la carte ? Pour y répondre nous procédons également
a une approche Monte-Carlo. C’est-a-dire que I'on suppose que la répartition obtenue
est ’observation d’un phénomeéne aléatoire, et nous allons chercher & estimer son com-
portement. Nous modifions au hasard la répartition des classes un grand nombre de
fois, et évaluons a chaque fois un critére de répartition spatiale entre classes :

Crm({Pra}t) = > 7k Y hyt KL(Ppa||Pra)
k z

En effet, calculer de fagon exhaustive I’ensemble de toutes les configurations possibles,
c’est-a-dire K !, est impossible pour les nombres élevés de classes rencontrés en pratique.
L’histogramme des valeurs permet de calculer la probabilité (empirique) de meilleure
répartition. A un seuil donné, on est capable de décider? si la projection correspond
probablement & une bonne répartition des classes ou non. Il s’agit de l'algorithme
suivant :

Algorithme 10

Test Monte-Carlo de qualité

Init Variables P,ffc ke{1,2,---,K},

Pour nde1a T Début Répéter ——

Affectation P,%C « P

Config. aléatoire Répartition aléatoire des P,ffc en P,i\:[ Gn
Ewvaluation Calcul de Cayq sur les P,?:Ic’" = Ch
Jusque T Fin répéter ——

Proba empirique  Evaluer Uhistogramme Hist(Cy,) des C'y,
Calcul de la probabilité empirique de Caq({Pre}r) pour Hist(C}y)

Cette approche n’est pas sans rappeler certaines méthodes de statistique spatiale
employées en géostatistique pour évaluer le degré de cohérence de la répartition d’une
grandeur sur une zone géographique. On parle de Test de permutation pour mesurer
I’auto-corrélation spatiale a partir de la statistique de produit croisé. Le test de Geary
et I'indice de Moran sont envisageables ici, afin de vérifier la cohérence spatiale. Il est
clair que la procédure proposée permet de déterminer si la qualité de la carte est sa-
tisfaisante, et d’autant mieux si la densité est complexe car dans ce cas, la distorsion
globale de la projection risque d’étre importante. Par contre, elle risque de détecter
difficilement des petits défauts qui demandent peu de modification de la carte puisque

90n calcule la ” P-value” empirique correspondant 3 Ec asoa, i.e. la proportion de cartes permutées
t.q. Cm > Ecasom.
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dans ce cas, la méthode est limitée par le nombre T d’essais effectués. De plus, on
en déduit directement un algorithme d’ordonnancement des centres de classes sur une
carte : il suffit d’employer ’algorithme précédant en placant aléatoirement les centres
sur une carte puis en choisissant la meilleure carte obtenue. Un lissage a ’aide des voi-
sins proches permet d’obtenir ensuite une carte qui pourrait faire office d’initialisation
notamment pour CASOM.

3.2.4 Distribution discréte bivariée :
vers une représentation sémantique du vocabulaire

Les facteurs multinomiaux contiennent les probabilités des mots du vocabulaire.
Etant donné que ces probabilités sont bornées et contiennent une information spatiale
du fait de la carte auto-organisatrice, nous proposons 'utilisation ad’hoc de cette pro-
priété en visualisant les probabilités If’j‘ ; & j fixé, pour k allant de 1 & K, sur une carte.
Comme cela on peut détecter des zones d’utilisation fréquente. Cela a une application
directe d’extraction de connaissance, et de recherche d’information. En effet, en som-
mant de telles cartes pour I’ensemble des mots employés dans une question z4, on peut
en déduire les zones de fortes activations de la carte. Contrairement au SOM, nous ob-
tenons un résultat directement interprétable. En effet, nous avons une représentation
qui se rapproche d’une distribution bivariée discrete, alors que pour le SOM original,
les valeurs ne sont pas bornées, mais dans R. On a une carte K = LX x LY :

Pj el || Pyox

L

Pix x| | | | Pioxxry

On remarque pourtant qu’il ne s’agit pas d’une distribution de probabilité, pour la
raison simple que ), If’j‘k # 1. En effet, les facteurs multinomiaux ne somment que
pour J. Rien n’empéche d’y remédier en calculant au lieu de Pj| k, une normalisation
par rapport aux classes du tableau de contingence sous-jacent aux multinomiales, et
obtenir les cellules :

i figNij + 1
N.,; + K

Une telle normalisation fournit une solution plus interprétable puisque 1’on observe
alors la carte obtenue comme une véritable distribution discrete bivariée. On peut
mesurer ’entropie d’'un mot donné dans les classes de documents : au niveau de
la représentation offerte & une visualisation éventuelle. On peut parler d’un certain
niveau sémantique en assimilant les modes comme autant de thématiques particuliéres
ou s’emploie un mot donné dans tel ou tel cas de figure. On peut définir également une
mesure de distance entre deux cartes en comparant leur distribution. En définitive,
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cette représentation doit montrer le degré de pertinence d’'un mot pour qualifier
une thématique : un mot peu spécialisé apparaitra dans de nombreuses classes
contrairement & un mot caractéristique de thématiques.

Définition 31 Un critére de mesure de la qualité de caractérisation thématique d’un
mot est l’entropie de la distribution. On 'appelle entropie cartographique de v; :

5 S irNig + 1 30 fueNig +1
#(v;10) = Z ZN.Zj +”K log ( ZN.Zj +”K )
k

De méme,

Définition 32 Un critére de mesure entre deux mots est la distance entre distribution.
On l'appelle degré de synonymie sémantique entre v;, et v, :

(Ei BieNij, +1 30, BigNijp +1 )2

N Nej, +K Nej,+K
D’U' Vs 0 :§ AJl AJ2
( J JZ' ) (ZiﬂikNij1+1 + Zi.uikNijQ"‘l)
k Nej, +K Nej, +K

Il est clair qu’au lieu de calculer une distance entre deux cartes de distribution a
posteriori, il est possible de vérifier visuellement la superposition des modes entre deux
cartes, et de conclure qualitativement. Nous présenterons de telles cartes dans la partie
suivante qui illustrent CASOM sur des données textuelles. La méthode de cartographie
présentée aboutit finalement & une certaine mesure des liaisons statistiques entre les
différents mots du vocabulaire. On aboutit également 4 une représentation
simultanée des distributions du vocabulaire et du corpus, ainsi que de leur
projection moyenne.

On peut imaginer des pondérations en fonction de l'importance d’une classe, et
également l’emploie de distance variée. De méme l'entropie peut se pondérer et étre
modifiée. Les résultats que nous obtenons en pratique, en affichant directement les
probabilités des multinomiales, paraissent qualitativement satisfaisants d’un point de
vue cohérence empirique spatiale des zones obtenues. C’est pourquoi nous avons gardé
les probabilités originales pour les représentations. En effet, il est possible de compa-
rer a l'oeil nu les représentations de deux mots du vocabulaire, et de vérifier qu’ils
sont employés dans les mémes zones ou non, et identifier ces zones pour un acces
aux documents qui y sont contenus. De plus, cette représentation permet de définir
de nouveaux indicateurs dont la pertinence reste & voir. Ainsi, on peut imaginer une
pseudo-entropie (— >, I%‘klog(lsﬂk)) de la carte de m;, ou bien une pseudo-distance
qualifiable de sémantique entre deux mots, en évaluant une distance adéquate (par

(Piix—Pjix)’
exemple ), ﬁ
mettre de comprendre l'information contenue dans cette représentation, notamment
vis-a-vis de la fréquence de m;. Il est clair que la peudo-entropie est corrélée avec la
fréquence totale, résultat peu informatif au demeurant.

) entre les représentations. L’étude de tels critéres devrait per-



66 Cartes auto-organisées pour les matrices de comptage

3.2.5 Conclusion sur les critéres spatiaux

Nous avons introduit de nouveaux indicateurs statistiques en adaptant des
criteres connus pour le SOM original, ou en construisant de nouveaux afin d’essayer
d’appréhender le comportement des cartes auto-organisatrices, et surtout d’interpréter
non seulement les résultats obtenues mais également le degré de qualité, voire de
confiance que I'on peut porter & des telles cartes. L’usage des multinomiales apporte un
regard nouveau dans le domaine. Etudier d’un point de vue statistique la construction
des cartes, a 'aide de ces indicateurs ad’hoc doit ouvrir des perspectives nouvelles, no-
tamment du point de vue de I’étude de la cohérence spatiale d’une grande carte lorsque
les données ne sont pas étiquetées.

3.3 TNEM, algorithme en analogie a la segmentation
d’image

La segmentation d’image consiste en la recherche de zones homogenes sur une
image fixe. Bien que d’un domaine totalement différent de 1’analyse de données, la
segmentation présente par certains aspects, notamment la notion de voisinage, des
points communs importants. C’est pourquoi, nous établissons un parallele direct entre
les deux domaines afin d’en dégager d’éventuels nouveaux algorithmes de cartes auto-
organisatrices. En effet, le domaine de traitement de 1'image a donné lieu & un travail
intensif, et les nombreux résultats obtenus & cette occasion pourraient étre adaptés et
étendus a notre problématique. D’autant plus que les questions de dimensions, i.e. taille
d’échantillon et de ’espace sont également rencontrées en image. Il s’agit ici de chercher
de nouvelles!® facons de modéliser le voisinage des cartes auto-organisatrices. Ainsi,
nous considérons les deux processus de segmentation et de carte auto-organisatrice
comme deux méthodes apparentées : la segmentation cherche un label optimal
en respectant un voisinage entre individus tandis que la carte auto-organisatrice
cherche ce label tout en respectant un voisinage entre classes. Il s’agit finalement
de problématiques comparables de ce point de vue mais avec des contraintes différentes.

L’analogie [segmentation d’image] VS [carte auto-organisatrice] se définit comme la
recherche d’une partition des individus sous une contrainte de voisinage précise :

e segmentation d’image : voisinage fixé sur les individus,

e carte auto-organisée : voisinage fixé sur les classes.

Nous introduisons la définition suivante :

Définition 33
Une transformation d’un algorithme de segmentation d’image en un algorithme de carte
auto-organisatrice est la modification du voisinage des individus en celui de classes.

107 algorithme obtenu dans la suite s’affranchit d’ailleurs de la distribution de classe et peut s’appli-
quer & des données quelconques, continue ou discréte, ou les deux & la fois.
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Ce procédé est appliqué ci-dessous pour le cas des algorithmes gibsiens de segmen-
tation d’image avec estimation approchée par champ moyen. D’autres algorithmes de
carte s’obtiennent en choisissant d’autres algorithmes de segmentation, encore faut-il
les valider pour s’assurer de leur exactitude. Nous n’avons en effet pas prouvé que tout
algorithme de segmentation donne un algorithme de construction de carte : ce travail
reste a faire au moins pour des classes de méthodes. Dans la suite, nous rappelons
le modeéle employé en image puis le modifions et étudions l'algorithme obtenu. Des
simulations sont présentées dans le chapitre suivant.

3.3.1 Modeles de champ aléatoire de Markov
3.3.1.1 Introduction aux MRFs

Soit[70] X7 = (X;)iez, une suite de v.a. pour Z = [1,2,---,I]. On note toute
restriction de X7 par X indicé!! par le sous-ensemble restreint de Z.

Définition 34 On dit que X est un champ aléatoire de Markov (MRF) de paramétres
¢ si:

1. Les réalisations de X sont non nulles,

2 ona: P(Xi|Xg ). ¢) = P(X| Xn,§) Vi € T

On a noté N; un proche voisinage du site 7. Il est clair que cette relation
de dépendance relative & un voisinage rappelle les propriétés des cartes auto-
organisatrices. Ici, on présente ce modele tel qu’il est utilisé en analyse statistique dans
le domaine du traitement de l'image.

Gréce au théoreme de Hammersley-Clifford, si X est un MRF, alors, c’est également
un distribution de Gibbs. Une distribution de Gibbs existe sur un graphe donné
représentant les dépendances entre v.a. Chaque noeud du graphe s’appelle un site.
On note U, une fonction d’énergie définie comme une somme de potentiels U,, qui sont
des fonctions de v.a., restriction de X & une clique (ensemble de noeuds voisins) donnée
¢ du graphe. Soit, en notant Z, la restriction de Z a la clique ¢ :

Définition 35 Une distribution de Gibbs de parameétres ¢ vérifie :

P(X|$) = Z($) " eap(~U(X)|¢) 0d U(X) =Y Uc(Xc|9), et Z =y exp(-U(x|9))

Cette expression explicite des dépendances locales (spatiales) au niveau des cliques.
Pourtant ’expression compléte du champ de Gibbs demeure lourde & cause de la
normalisation qui somme sur un grand nombre de variables en pratique. Les champs de
Gibbs sont connus en statistique physique pour notamment modéliser les interactions
d’un grand nombre de particules.

"1 indice 7 est généralement implicite dans la suite.
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3.3.1.2 L’approximation des champs moyens

On peut voir qu'il est relativement aisé de calculer la probabilité d’une réalisation sur
un site conditionnellement & la réalisation des autres sites en fonction des uniques sites
voisins lorsque X; prend ses valeurs dans K = {1,2,---, K} ; le facteur de normalisation
disparait dans le quotient :

) _ Pz Xz_(i,9)
P($1|XI—{1'},¢) = e PEXz_(:7.0)
— Z(¢)  exp(Xpice —Uel®isTe—i|9))exp(D oics —UelTe|d))
Z(®) Lrek exP(Xciice —Uelkte—il@))exp(Xc.ics —Ueclcld))
_ emp(faiec_Uc(l'i;zc—i|¢))
- Zke](j ezp(zc:iEc _Uc(kazc—i‘¢))

Meéme si cette probabilité conditionnelle reste peu lourde & calculer, le passage a la
marginale demeure numériquement impossible. Il a été proposé dans la littérature[70,
71, 72, 73] une approximation qui donne d’excellents résultats, I’approximation des
champs moyens. Il s’agit de supposer que les voisins d’un site ne sont plus aléatoires,

mais déterministes, fixés a leur valeur moyenne z; :

~ . _ exp(zc:i c _Uc(xi’jc—ilqs))
P($Z|¢) - Pcm(wlws) a ZkEIC 6xp(§c:i€c _Uc(kajc—i|¢))

Pour conserver une cohérence avec I'hypothése de champ moyen, on calcule les
moyennes sur les z;, ce qui donne des équations du point fixe :

7= ZziEIC T; X e$p(Zc:iEc_UC(‘TZ"‘,EC—’L"QS))
' ZkeKj e$p(Zc:iEc —Uc(k, ‘IEC—'L|¢))

Ceci constitue les équations du point fixe. En alternative a cette méthode, il est
par exemple possible d’approcher ces valeurs a partir de 1’échantillonneur de Gibbs[74]
qui permet de simuler des réalisations de X; a partir des seuls voisins dans la clique
de X;. En bref, il s’agit de générer une suite de valeurs & partir d’une initialisation
quelconque ; I’algorithme modifie une composante & la fois du vecteur précédemment
généré pour en créer un nouveau dont la composante & modifier est la plus probable
conditionnellement aux voisins restés constants. L’algorithme de Metropolis en est une
alternative.

Vi

3.3.1.3 Modele de segmentation d’image

On décrit le modele de segmentation usuellement utilisé en segmentation d’image.
Ce modele pose a la facon des modeles de carte auto-organisatrice une contrainte sur
le voisinage des pixels de I'image. Soit les variables aléatoires X1, Xs,---, X, v.a. i.i.d.
regroupées dans le vecteur X, dont on dispose de la réalisation z1,z9, -,z (x cor-
respondant & D dans la notation employée jusqu’ici). De méme les variables de classe
se notent Zy, Zo,---, Z1 regroupées dans le vecteur Z; elles prennent leur valeur dans
Z={1,2,---,K}. Comme dans un modéle de mélange, on suppose :

P(X|Z,6) = [ P(Xi|2:.60)
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Par contre, on n’a plus un simple modéle multinomial sur les variables cachées mais un
champ de Markov qui permet d’instaurer des liaisons locales de voisinage :

exp(—U(Z|p
Pzl - — PUED)
Zzezl exp(—U(z|4))
La fonction U est appelée fonction d’énergie, c’est une somme de fonctions de potentiel

sur chaque clique. La communauté du traitement d’images utilise couramment le model
de Potts :

Uzlg) = =B Y hijliz=s

R 1Y
D’ou le modele de vraisemblance compléte :

B ~U(Z1,Z2,,Z1|¢
P(X,Z|®) =TI, P(Xi|Z]6) x ewzpiez,(eip(z—U(Z\lJﬂ)))

La résolution par algorithme EM donne la fonction Q, ® = (0, ¢) :

Q(®[®") = P(zlx,®")log P(x|z,0) + Y P(z[x,3")log P(z,$)

~ ~ ~ J

e

R (0]0m) Ry (¢lom)

Pour alléger la présentation, on suppose que les parametres ¢ sont connus. Il faut
seulement estimer les parametres relatifs aux vraisemblances classifiantes mais sans
connaitre les affectations aux classes. On obtient apreés calcul :

Ry (0]1@") =32, >y log P(wi|k,9)F(Z,~ = k|x, <I>”)J

n
Hif

On applique par exemple le principe de champ moyen. On voit alors apparaitre
une expression des /ﬁék qui rappelle celle des modeles de mélanges. Se rajoute un terme
prenant en compte la régularité spatiale autour de chaque centre, terme qui explique
a lui tout seul I'intérét de ’approche des champs de Markov cachés.

On voit que le champ de Markov permet d’intervenir sur les probabilités a posteriori
en pénalisant des classes trop différentes pour des pixels D; voisins. Ces méthodes sont
relativement lourdes en pratique, mais donnent des résultats convenables en traitement
d’image. La prise en compte du voisinage évite en effet un algorithme dit aveugle qui
n’utilise pas le bénéfice de cette information essentielle. Ainsi, les modéles de mélanges
donnent de moins bons résultats.

3.3.2 Algorithme

Dans l'algorithme stochastique de segmentation d’image précédent, on remplace de
facon ad’hoc le potentiel de Potts par une fonction apte & un comportement de carte
auto-organisatrice :

Up(z) = — Z h(&k, &)z ou zy correspond & un codage vectoriel de z;
1
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De cette fagon, nous obtenons un lissage grace au voisinage en favorisant des proba-
bilités d’appartenance d’autant plus forte qu’elles seront voisines entre elles. En effet,
nous cherchons & placer un document dans la classe la plus probable en cherchant des
z; optimaux; alors il est clair que prendre des p;; le plus grand possible autour de
chaque classe la plus probable fait bien diminuer les Uy.

L’algorithme proposé est alors le suivant :

Algorithme 11
Un algorithme de carte auto-organisatrice alterne les deuz pas en analogie a la segmen-
tation d’images :

Algorithme TNEM

Pas Init Initialisation en treillis de 6°,

Pas Estimation A résoudre par réinjection jusqu’a convergence :
n o~ P(zi\k,an)ewp(ﬂ EINk hkl.u;"ll)
i = 57, Pailm 0 eap(B 3 bt )
Pas Mazimisation 6"*' = argmazy ., >, p P(zilk, ),
Test [[0™ — 6"~ Y|| < € alors 6 = 6™,
sinon retour au pas Affectation.

Nous faisons remarquer que 'initialisation est cruciale ici, sous peine d’aboutir & une
carte non organisée. Cette constatation sera développée au niveau de la partie test.

3.3.3 Criteres implicite et dérivé

L’algorithme précédent est une adaptation des algorithmes de segmentation d’image
a la problématique de représentation cartographique de vecteurs multidimensionnels. I1
n’est pas étonnant qu’il partage avec eux certaines propriétés. Ainsi, nous proposons ci-
dessous un critére minimisé par ’algorithme. Posons p;, des coefficient flous donnant
le degré d’appartenance de z; & Cj.

Proposition 1 L’algorithme précédent optimise :
R(O,ulD) =Y, 32 mawlog P(wilks; 0) — 325 o par log pk + § 3, nd Hpsy
Preuve En effet, en introduisant un lagrangien, on a :

R(0", u|D) = 5, >, piw log P (il ks 0) —32; 3o, pin 10g i + 9 200 Xk X huthiwhit
= OROLMD) MGt d) — jog P(a;fl; 07) — log pak — 1+ B Y huapsit — M
on P(L;Z‘]k;en)ezp(ﬂ > hrindy)

Hikp = > Pl@ilm;0™)exp(B Y, hyminly)

Le théoréme ci-aprés montre la convergence d’une procédure de point fixe, u = F(u). 11
s’agit du pas Estimation de I'algorithme. Le pas Mazimisation effectue une optimisation
du critére pour les parametres des lois du mélange de distributions. O
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Il s’agit d’un critére assimilable & une vraisemblance & laquelle est ajoutée un terme
de régularisation d’autant plus grand que les p;; voisins sur la grille sont proches
en valeurs; donc de fagon intuitive, il s’agit bien d’un algorithme permettant 1’auto-
organisation d’une carte. Ce critere permet de traiter plus facilement la question de
convergence de I’algorithme proposé. En fait, il est trés similaire & 1’algorithme du NEM.
Le parallele avec les champs cachés est d’ailleurs & rapprocher également de celui fait
pour le NEM. La convergence va d’ailleurs se justifier de facon relativement similaire.
On trouve la condition : 38,,42t.9.8 < Bmaz entraine la CV. Le critére précédent peut
d’ailleurs se généraliser a une autre distance comparant les p;, avec leurs valeurs voisines
sur la grille. Nous avons étudié la méthode avec le produit scalaire sur des données
simulées et réelles. Nous présentons dans le cas du produit scalaire une preuve de
convergence du critére vers une solution.

Proposition 2 Si N, = maxy Zle./\/'k 1, et N, = mazy Ele/\_fkl alors le critére
pénalisé admet une unique solution, et la fonction contractante admet un point fize
solution, pour au moins 3 < maz((KNp — (K — Np)? + NhNh)_l,mamkm).

Preuve On introduit un lagrangien A, si bien que :

O[R(8, u|D) + M (D g pir — 1)]
Opi,

= log P(x;|k,0) —log i — 1+ B> hrprir + Mk
.

On en déduit D'algorithme de point fixe que vérifie les u;; solutions. On pose y =
(115 1,25+ Pikcs 21, -+, i) Ty et Fy la fonction de point fixe telle que p = F(p).
On vérifie avant d’étudier F si R admet bien une solution en évaluant la hessienne et
son signe. Or,

OR(0, D) N o
TP (k= 106 = i)— + BE( = i) huaps
B,U,ikaujl ( ) ('7 ),U'ik: B (.7 ) kil

Donc, pour toute valeur propre A de la hessienne de R, on sait que[75] :

OR(0, u|D) Z |3R (0, 4|D)

A —
a,uika/vl'jl ilc;zk: a/J'zlca,u]l Ui

1
= A+ —[<BD  hy
ik l

jl#ik

En effet, hgy, = 0, par définition, et u; < 1. On en déduit que les valeurs propres de
la hessienne sont bien négatives, pour 8 < mawkﬁ, soit B < N, ! en définitive,

R(6, 1|D) admet une unique solution x. On montre ensuite que la fonction F est contrac-
tante sous certaines conditions, si bien que la solution obtenue est celle de R. En effet :

OF, (1)

Dy 6(j = 1) Bk (hkl - ;hmlﬂim)



72 Cartes auto-organisées pour les matrices de comptage

Donc, on a :

1F ()l = mam 3| 25
= mazik Bpik Dy [kt — D hamitbim|
= mazig Bpric Doy | D om Pkt — i) thim |
<mazg B YD 1Pkt — bl

<mazy B (Sien, Son 11 = bt + Lty S 10— o]

<mazk B (Sien, Sl = Sieny Som bt + i, Lo bomt)
<pB (KNh - (K - Nh)2 + NhNh)

3.3.4 Echec d’une résolution (sans entropie) naive et perspective

On peut chercher & optimiser le critere en supprimant le terme d’entropie. En effet,
ce terme est responsable dans ’'EM des affectations aux classes non binaires, et qui
oblige a calculer les p;; comme des probabilités a posteriori, au lieu de prendre une
décision binaire comme le CEM. En résolvant directement, avec hypothése de somme
a l'unité sur les vecteurs u;, on obtient en calculant le lagrangien, en écrivant Lf =
(log P(zi|1,0),log P(x;|2,0),---,log P(z;|K,0)) :

1ZH1LY
=g - PR 1 € oo ool

ou l'intervalle [—oo; +00] est obtenu par simulation. Or, la résolution ne prend pas en
compte ici la contrainte de positivité sur les u;. En pratique, on obtient des valeurs
parfois négatives, parfois fort élevées, bien que sommant a 1'unité. En recherchant une
solution d’optimisation non-linéaire standard (Uzawa), nous n’avons pas abouti & une
solution convergente. Cette voie nécessite d’étre explorée davantage pour aboutir & un
algorithme de type CEM contraint, éventuellement de complexité moindre que ’algo-
rithme proposé. Une solution alternative est de simplement résoudre par le TNEM,
en faisant lentement décroitre la température jusqu’a parvenir & un partitionnement
en classes. Le recuit déterministe en résultant doit d’ailleurs permettre d’obtenir une
solution convenable.

3.3.5 Conclusion sur le TNEM

Nous avons proposé un nouveau formalisme pour construire des cartes auto-
organisatrices. Au lieu d’utiliser la fonction de voisinage habituelle, nous modélisons le
voisinage en modifiant directement une distribution de Gibbs. A notre connaissance,
le traitement de la projection en carte bidimensionnelle par des méthodes de champ
de Markov est une approche originale. Elle devrait apporter des éléments de réponse &
des problématiques peu abordées dans la littérature : taille de la carte, dépendances
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statistiques des classes, qualité de la carte. Nous espérons que ce nouveau point de
vue peut également offrir une meilleure compréhension des phénoménes en jeu dans
Iauto-organisation d’une carte sémantique afin d’améliorer les résultats obtenus. Ce
point est essentiel lorsque I'on cherche & calculer une projection pour un grand nombre
de données de maniere automatique. Obtenir une carte interprétable et résumant
au mieux les données, donc la moins déformée possible est une priorité. Le modele
présenté ci-dessus permet partiellement de réduire ce probleme et pose de nouvelles
questions. Il faudrait notamment développer un algorithme de calcul automatique
pour le facteur 8 et proposer des extension pour de plus grands volumes de données.

Le critére demeure flou malgré le modeéle probabiliste de champ de Markov dont il
dérive. Une écriture sous la forme d’un champ de Markov par une normalisation du
critére semble ici inutile; en effet, I’expression obtenue parait difficilement exploitable.
Une modélisation entiérement probabiliste, non obtenue ici, apporterait vraisemblable-
ment un modele encore plus flexible et apte & des estimations et extensions stochas-
tiques beaucoup plus efficaces. C’est pourquoi nous proposons le modeéle suivant, le seul
proposé dans ce document qui amene & une solution explicite totalement probabiliste.
A notre connaissance, ce modele que nous appelons CABSOM, est original pour les
distributions discretes.

3.4 CABSOM, version bayésienne de CASOM

Pour segmenter les lignes d’un tableau de contingence, un K-means muni d’une
distance adéquate, par exemple la distance du x? convient. Pour obtenir un critere de
classification floue (soft), on ajoute également un terme de somme d’entropies pondérée
par un coefficient T de température, comme le définit Rose dans [19]. On montrera com-
ment ce terme permet d’interpréter le critere alterné des nuées dynamiques, usuellement
utilisé pour optimiser un K-means, en un algorithme EM maximisant une vraisemblance
a définir. Enfin, on ajoute un terme de régularisation pénalisant & la maniére du BSOM,
et amenant une contrainte d’auto-organisation des centres de classe.

3.4.1 Définition

On note m(j) = (maj,- -, mk;), car larégularisation (géométrique) s’effectue ici sur
chacune des composantes indépendamment des autres, et m = (mq,mo,---, mg) = 6.
Voici finalement le critére comme on le propose, avec T > 0, et v > 0 :

Q2 (0, 1|D) = D, fi Do ikl |i — mk\liz + T 35 Do milogpir + v X2 ; [1 Lm(5)]?

On a choisi une distance du x? afin de ne pas donner trop de poids aux colonnes sur
représentées. Il ne faut pas oublier que puisque 1’on travaille sur des profils lignes, on a
la contrainte de somme a I'unité, que I'on va d’ailleurs également imposer aux my dans
la suite.
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3.4.2 Optimisation du critére

On alterne & la fagon des nuées dynamiques un calcul des coefficients (ici flous)
d’appartenance (pas Expectation) aux classes et un pas de minimisation (pas Minimi-
sation). La convergence est assurée puisque la hessienne est strictement positive et que
chaque pas ci-dessous minimise le critére. On remarque avant tout que plus un docu-
ment est représenté et moins il est probable (& distance égale) dans cette expression,
donc la modele favorise d’une certaine maniére les document avec peu de mots. Cette
propriété remarquable n’est pas forcément avantageuse. En fait, elle va & ’encontre
d’une méthode telle que ’AFC[13] qui donne plus de poids dans I'inertie décomposée
aux textes dont la pondération est la plus forte, or les u;; ne sont pas seuls & pondérer
les estimations. On remarque dans ’expression de la moyenne pondérée qui se substi-
tue aux i, I'apparition & nouveau du facteur f; qui cette fois-ci, contrairement au
Wik précédents donne un poids maintenant plus important aux textes les plus longs
(mots plus nombreux) dans les sommes pondérées. Les m(j) permettent de retrouver
I’ensemble des composantes des m. On note n l'itération & chaque pas, et les valeurs :

Vi, j,k M = Z fz/ffzkwm et N = dzag Z filkik, -

Z fzﬂzk

On déduit les expressions des calculs a itérer :

Algorithme 12 Un algorithme minimisant le critére Q2 s’écrit :

Algorithme pour Q,-

Init Initialisation de 69,
exp (= l|zi—m}|2,)
Sy exp (=4 ||zi—m}'||2,)

Pas E Vi k p) =

Pas M m'(lf)'l = (LN" +~yLTL) 1%
{ENmg) + S (AN +yLTL) ] x
--[HK—ZJ 75 (5 N" + Y LTL) T Nl |

Test || — 6"~ 1||<ealo7"39 0",

sinon retour a 2.

L’algorithme proposé converge vers une solution du critére :

Proposition 3
L’algorithme présenté alterne deux phases qui minimisent le critére a chaque pas. 11
converge vers un minimum (local) du critére.
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Preuve Le premier pas diminue pour les u;;, & m fixé, le critére puisque la hessienne
est diagonale positive. Le second pas également. Il résout le critére pour m avec les u;x
fixés. En effet :

Q2 (0,u|D)+ Ak (32; my;—1)
Omy;

= =203, fiik) 7 (Mg — mug) + 29(L" Lm(5)); +
= (en passant au vecteur)

@K,l = —QN%jﬁl(j) + 2Nfijm(]') + 2’yLTLm(j) + A
= (pour le lagrangien divisé par +2)

mjy = (N + LTL) ' Ningy + (N + LTL) A

D’ou le résultat par somme en colonne sur les my;y, puisque 'on sait que > imG) = Ik.
O

11 est introduit un terme de température T comme le préconise Rose. Si on fait tendre
T vers oo, on obtient une équiprobabilité : le maximum des termes d’entropie. Si par
contre, T tends vers 0, on tend vers une classification dure : les p;; valent 1 pour la
classe la plus probable (a posteriori) et 0 ailleurs. Une fagon de procéder est donc de
baisser la température au fur et & mesure des itérations dans le but de ne pas tomber
trop rapidement dans des extrema locaux. Intuitivement, comme les p;; sont lissés au
début, 'optimisation atteint moins rapidement une solution. L’expression obtenue est
relativement lourde (nombreuses inversions, produits matriciel), mais si I’'on se souvient
que N est diagonale, ce n’est plus le cas. On procede a une simplification de 'expression
grace a quelques calculs algébriques pour obtenir I’algorithme ci-dessous. On note SVD
'opération de diagonalisation. Un critére d’arrét est par exemple |[m” — m" || < ¢
pour un € assez petit arbitraire, et une norme adéquate, par exemple, celle de Frobenius.
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Algorithme 13

Un algorithme minimisant le critere Q, 2, simplifié a l’aide d’une SVD s’écrit :

Cartes auto-organisées pour les matrices de comptage

Algorithme avec SVD pour Q.-
Init Initialisation de 0°,
. exp (=7 [|oi—mg | 2,)
Pas E Vi, k ul = : &
“ Dk T S e (T my |E,)
Pas SVD e Vk,j my; et N™,
o [R", 2] = SVD((L(N")" /)T (T(N")72),
X = dzag( ao-]:;La"")
.VJaS;l:dza‘g( (f +70k) la"');
§™ = diag(- -, (T(F +90p) ™)L+,
o U, = (Nn) 1/2 R",
Pas Mm% = [UnSD] x (—[UTN"]m(j) + [S"UT NI~
1 gnyiT nTn5
x (S A SFUEN"R)).
Test ||0” 0"1|| < € alors § = 6™,
sinon retour a 2.
Preuve

En effet, avec les notations de 1’algorithme, on a :

(f N +~LTL)~1
1/2( Ig+ (LN 1/2) (LN71/2))71N71/2

= USjUT
n+1
m

= U, S”UT

€)
- (%N"JrvLTL)—l
)+ SN LD x = X 4 (N 44T L) N 1)
{IN” m(j) + UnS"Uy N"[Lx — 33 UnSj; UTN”%)]}

a

On obtient finalement, griace aux calculs intermédiaires des matrices U™, une ex-
pression simplifiée rapide & calculer étant donné que la dimension des matrices est K,
d’autant plus que N" est diagonale : la matrice & diagonaliser est de taille réduite. En

outre, la derni¢re somme peut se calculer une fois unique pour 'ensemble des m;).

Les

précalculs précédents nécessitent en réalité un compromis entre capacité de calcul et
capacité de stockage en mémoire.



CABSOM, version bayésienne de CASOM 7

3.4.3 A propos de la modélisation

En calculant exp(—aQ,2(6,u|D)) (avec T = 0, a > 0) il parait difficile d’obte-
nir ensuite une vraisemblance simple par normalisation. Cela vient du fait que les
pondérations f; empéche la factorisation en gaussiennes. Tout au plus, on arrive a une
vraisemblance :

r; —m 22
o) o [T e (- %)} x | [T ezplenLm()IP)
J

Ce modele pose probléme & cause de la variance des classes qui est fonction ici du
document : on n’a pas un échantillon de données i.i.d. Ces données sont indépendantes,
mais de lois différentes, donc les propriétés du maximum de vraisemblance ne s’ap-
pliquent plus de facon ad’hoc. Pourtant, d’un point de vue purement algébrique, les
probabilités se normalisent ici facilement.

En outre, la positivité des solutions m n’est plus évidente. Pour s’en assurer, on
modélise par exemple chaque vecteur de probabilité par une exponentielle normée. On

note my () = SSIts B; = (B1j, By, -+, Brcy)T, ot
LOID) = P(D|) x P(B)
||$i—mk(ﬁ)”i2 2
o | TI Spexp (- a2 | x [ 1, explay||LB;| )]

Cette approche a le désavantage de nécessiter une optimisation non analytique. Au
lieu d’un algorithme EM, ou le pas d’optimisation est explicite, il devient nécessaire
de recourir & des techniques numériques, type Newton (EM généralisé). En modifiant
la distance du x? en euclidienne usuelle pour des vecteurs z; & J valeurs dans R, la
factorisation devient possible, et on retrouve le BSOM d’Utsugi[57] (pour T=1). On
a d’ailleurs noté les itérations Expectation-Minimisation pour souligner ’analogie avec
Palgorithme EM (Expectation-Maximization) calculé sur le BSOM.

Enfin, on aurait pu partir directement de ce modeéle en choisissant une distribution
de classe multinomial. Or, du fait de la présente régularisation, on arrive également 3

. . N __exp(Brj) .
une solution non solvable analytiquement. Ce modéle s’écrit , avec p? ik = S eap(Bar) -

£OP) = POIB) x PO)
o | TL S I P 1 % [ T exp(11 L85 2)]

Utsugi a montré en quoi le SOM peut se considérer comme une approximation
du BSOM. Ici, le modele proposé étant trés proche du BSOM, on a une similitude
comparable pour des données différentes. Par contre, 'expression de la minimisation
rend a priori difficile une comparaison directe des algorithmes, en raison du facteur de
normalisation des vecteurs solutions.

3.4.4 Conclusion sur CABSOM

Cette nouvelle méthode que I'on nomme CABSOM, pour une cartographie des
tableaux de contingence a I'intérét d’effectuer des calculs matriciels de taille K ; elle évite
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des calculs coliteux pour des matrices de grandes tailles. Le résultat est en définitive
un peu plus lourd que le cas gaussien du BSOM, et les calculs peuvent étre discutables
du point de vue de la stabilité numérique en raison des calculs d’inverse et de la SVD
puisqu’au final, on veut aboutir a des vecteurs de probabilité. De nombreuses questions
se posent encore 3 propos de ce genre de critere, notamment & propos des estimations
des données non i.i.d., et de la détermination du facteur v optimal, de la positivité, et
de la stabilité. La forme de la matrice L parait également un facteur important dans
la réussite de I'auto-organisation, et sur laquelle il reste & travailler. L’algorithme a le
mérite de mettre en évidence le genre de problémes auxquels ’on peut étre confronté
lorsque 'on passe de données dans R & des données dans [0, 1].



Chapitre 4

Simulations et applications aux
matrices textuelles

4.1 Test sur données circulaires

On génere des données approximativement circulaires : des points équidistribués
sur un cercle de rayon 0.2 et centre (0.5,0.5), et on prend la matrice de contingence
correspondant dont les lignes somment approximativement & 10. Cela permet d’intro-
duire du bruit au niveau des profils-lignes. On peut par exemple utiliser le programme
MATLAB suivant :

%Génération cercle discret.

U=1:2%pi/I1:2%pi;

(0.5 + 0.2 * cos(U))"2;

= (0.5 + 0.2 * sin(U))"2;

1-X-Y;

round(10 .*x [X’ Y’ Z’]);

O N ~< X
I

L’intérét de telles données est leur représentation dans une espace & 3 dimensions
par les profils-lignes. Nous allons donc observer différentes estimations des parametres
a partir des algorithmes proposés. On peut en effet comparer visuellement les résultats
des méthodes. La présence d’un biais éventuel se vérifie aisément en raison de la forme
circulaire, de facon empirique en confrontant les rayons estimé et réel. On procede aux
tests avec les algorithmes pour ce cas en dimensions J=3 : les itérations 1, 2, 3, 4, 5,
15, 30, 60 apparaissent sur la figure 4.1. On a tracé en pointillé le vrai cercle et par
des croix les points de I’échantillon D; on remarque sur cet exemple une légere sous
estimation du rayon pour les méthodes alternatives au CASOM. La forme circulaire
est bien retrouvée : visuellement on peut vérifier que ’on retrouve bien la structure
des données. Cependant, les deux algorithmes alternatifs demandent un réglage précis
des parametres. En outre, nous avons du introduire systématiquement une température
assez faible afin d’augmenter suffisamment le rayon du cercle estimé.

79
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4.1.1 Cas CASOM

La figure 4.1 montre un exemple d’exécution pour CASOM. On constate en effet
une propriété d’auto-organisation des centres de classes qui forment une discrétisation
du cercle. Par contre, il apparait un sur-apprentissage ou taux d’erreur croissant pour
un éventuel échantillon de test.

En effet, le lissage disparait en fin d’estimation et la forme circulaire a tendance 4 étre
remplacée par une ligne en dent de scie. Autrement dit, il pourrait étre intéressant de
procéder & de la validation croisée pour éviter de trop spécialiser la carte et aboutir &
une classification trop bonne au préjudice de la structure distributionnelle. Une autre

Fi1g. 4.1 — Algorithme testé sur des données circulaires : cas CASOM
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solution serait d’utiliser un autre algorithme & la suite, mais qui lui posséde un lissage
réglable, & la maniére des deux algorithmes suivants (CABSOM et TNEM).

4.1.2 Cas CABSOM

Pour cet algorithme, figure 4.2 un biais sur le rayon apparait clairement en fonction
du facteur lissant et de la température : nous avons mis une température trés faible,
de 'ordre du millieme; nous aurions pu le corriger manuellement pour montrer une
meilleure solution. Par contre, ce constat privilégie I’hypothese empirique d’une solution
4 valeurs dans [0, 1]/, puisque le biais entraine des valeurs rétractées vers le centre de
gravité du nuage.

Il faut donc ici & la fois régler la température, et le facteur lissant pour augmenter
le rayon obtenu. Plus le facteur est faible, plus le rayon est grand : plus le critére de
classification prime sur la pénalisation, mais alors, des minimum locaux apparaissent
plus probables en pratique. Il faudrait essayer de procéder a une réduction lente du
facteur lissant & la maniére d’un recuit.

4.1.3 Cas TNEM

De méme que pour le cas suivant, figure 4.3 cette méthode présente un biais impor-
tant pour un mauvais réglage des parametres : température essentiellement.

De plus, nous n’avons pas constaté de trés forte propriété auto-organisatrice : on n’ob-
serve pas de sortie systématique d’un minimum local pour une topologie de la grille
trés déformée, méme au début de I’algorithme si la température est trop faible. On se
retrouve confronté & deux propriétés opposées : une température trop élevée permet
une certaine auto-organisation, mais entraine un biais important sur le rayon, donc
une mauvaise classification. Une température plus basse, rendant les affectations da-
vantage binaires altére l'auto-organisation, mais augmente le rayon. Donc un recuit
a laide de la température parait la meilleure maniere de régler les parameétres. Dans
les cas bien initialisés, on peut également constater la vitesse (en terme du nombre
de pas) de l'algorithme qui trouve quasiment immédiatement la bonne forme circu-
laire. La question de vitesse en nombre de pas avant la convergence nous est apparu
comme une problématique intéressante bien que guére abordée dans la littérature. Cela
doit d’ailleurs expliquer la propension de cette méthode & tomber dans les minima
locaux. On préconise donc cet algorithme par exemple en sortie de CASOM, pour en
quelque sorte lisser la solution si jamais la classification était trop avancée. On remarque
également numériquement les problémes, méme sur ce petit exemple de normalisation
des coefficients d’affectation aux classes, lorsque la taille des documents synthétiques
augmente. En définitive, on peut penser que I’estimation des cartes auto-organisatrices
est finalement un probléme comparable 4 la segmentation d’image bien qu’ici nous ne
disposions pas d’information a priori sur le voisinage des données d’entrée. On peut
en outre constater des phénomeénes cycliques : aprés un certain nombre de pas , deux
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F1G. 4.2 — Algorithme testé sur des données circulaires : cas CABSOM.

estimations reviennent 1'une apres I'autre. Une valeur de 8 proche de la limite de CV
nous est apparue comme une bonne valeur. Toutes ces remarques demanderaient de
plus amples investigations afin de les valider de fagon certaine.

4.1.4 Simulations Monte-Carlo
4.1.4.1 Cas CASOM

Tableau des indicateurs
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Fi1a. 4.3 — Algorithme testé sur des données circulaires : cas TNEM.

K e(IS) s(IS) e(C) s(C) eXL) s(KL) e(KLE) s(KLE) e(MKLE) s(MKLE)
2 201 000 027 000 6054 000 171567 0,00 315,82 0,00
3 292 000 047 000 3618 000 115240 0,00 320,67 0,00
4 38 000 072 000 2451 000 78,55 0,00 241,41 0,00
5 472 003 1,07 002 1572 006 663,68 9622 254,21 48,06
6 574 002 133 002 11,00 0,28 492,35 40,98 191,66 26,16
7 663 002 156 001 7,27 030 389,46 4587 184,36 48,01
8 7,59 002 18 002 650 075 29959 17,59 119,75 19,60
9 852 006 206 007 497 0,67 24492 37,51 105,42 18,77
10 944 004 231 006 380 074 218,68 2504 96,37 23,98
11 1045 0,07 2,56 0,11 258 064 15689 20,23 86,50 11,36
12 1142 012 2,76 0,13 230 051 148,79 23,24 83,05 16,09
13 12,29 015 3,08 0,13 134 047 10505 17,05 66,36 8,44
14 1329 007 3,26 0,10 087 037 91,56 21,12 66,08 14,82
15 14,32 011 340 0,12 0,79 035 90,74 26,50 66,46 18,57
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On calcule pour K=2.3, ..., 15, un ensemble de 10 solutions CASOM sur les données
circulaires précédentes. Cette simulation permet d’évaluer la moyenne et écart-type
des critéres des divers indicateurs dans le tableau ci-contre. Dans ce tableau les in-
dicateurs IS, C, KL, KLE, et MKLE, sont respectivement I'entropie totale, le x?2, le
critere de divergence-intra (/2), le critére de divergence-intra étendu au plus proches
voisins (/2), et sa moyenne asymptotique(/2). En fait, les valeurs calculées ne sont
pas les divergences, mais les distances du x? correspondantes (d’oti la division par 2,
pour approximation). Les notations e() et s() indiquent les moyennes et écart-types
empiriques obtenus & partir des 10 simulations par nombre de classes. Avant toute
chose, on constate la croissance quasi-linéaire de ’entropie totale et du x? du tableau
sous-jacent aux multinomiales. Ensuite, un petit nombre de classes aboutit a peu de
solutions différentes contrairement & un plus grand nombre. Les autres indicateurs sont
décroissants, indiquant juste que les données sont de plus en plus proches des centres
considérés, puisqu’ils sont plus nombreux : on parle de sur-apprentissage. On voit en
outre que KLE et MKLE deviennent du méme ordre de grandeur pour des valeurs
élevées de K.

Vers un choix de modéle pour CASOM

On trace la divergence intra (version distance x? que I’on multiplie par la normali-
sation N,,/I afin de comparer la valeur & J-1 = 2). Le critére permet de décider K=8,
comme une bonne valeur minimal de nombre de classes. En effet, ’écart-type d’un test
asymptotique & 95% vaut ici 0.28 environ. On remarque que cette valeur est justement
exactement 1’endroit ou le modele devient plus sensible & linitialisation (variance élevée
de KL).
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F1G. 4.4 — Critére de choix de modele asymptotique classique et bayésien heuristique.
Un test fréquentiste est visible sur la figure de gauche. En comparant & J-1 (ligne hori-
zontale), on aboutit & un ordre de valeur pour le nombre de classes. Le test heuristique
bayésien apparait a la droite pour AIC et BIC. Effectué a partir de la valeur moyenne
de KL, il s’agit de choisir K pour le minimum des courbes.
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D’ailleurs, si on utilise de fagon heuristique un critére bayésien, on aboutit & une valeur
comparable, mais différente. On parle de critére AIC, et BIC. On calcule les courbes
AIC =2 KL + 2 (3 K -1) et BIC = 2 KL + log(IS) (3 K -1); on déduit ici & partir
de ces critéres qu’une bonne valeur est K=7, donc inférieure au choix précédent, mais
relativement proche. Cet exemple simulé montre seulement les perspectives de choix de
modele 4 I’aide de CASOM. 11 faudrait des simulations plus poussées pour dégager des
résultats significatifs. Il est clair qu'une étude analytique des critéres bayésiens dans le
cas CASOM apporterait des réponses plus précises. On remarque que ces critéres ne
prennent pas réellement en compte le spatial. Introduire cette notion parait pourtant
fondamental. 11 s’agirait par exemple d’'user du TNEM avec les mémes critéres, de fagon
tout autant, sinon plus heuristique. D’autres tests sont également envisageables.

4.1.4.2 Cas TNEM

Avant toute chose, il est clair que les critéres sont moins exacts dans le cas CASOM
car le TNEM, par définition, n’effectue pas exactement une classification dure des
données comme le réalise CASOM, puisque le TNEM doit maximiser & la fois la
logvraisemblance classifiante et le facteur pénalisant sur les coefficients d’appartenance
aux classes. Les figures représentent la moyenne empirique de lintra-divergence
(fig 4.1.4.2), ainsi que sa variance empirique (fig 4.1.4.2), la moyenne empirique du
critere étendu (fig 4.1.4.2), ainsi que sa variance (fig 4.1.4.2), et enfin la moyenne
empirique de la moyenne limite du critére étendu (fig 4.1.4.2) et sa variance(fig 4.1.4.2).

Ensuite, il faut remarquer qu’une température basse et un lissage élevé sont
propices & une bonne classification, mais également & une bonne valeur (minimisée)
du critere étendu. Ensuite, la variance est trés variée, ce qui permet de dire que 1'ini-
tialisation pour cette méthode parait crucial sous peine de tomber dans un minimum
local trés éloigné de la solution optimale. On remarque 14 encore 'importance des
températures car des valeurs élevées entrainent une plus grande variance, et donc une
plus grande dépendance & l’initialisation. Le critére de moyenne limite de la divergence
étendue présente des profils de courbes différents, ce qui tend & indiquer que des
températures élevées entrainent des facteurs multinomiaux identiques, ce qui semble
pertinent intuitivement. La variance est également inversement plus importante pour
des températures basses ; on remarque la prépondérance de l'effet de béta. Ces résultats
tendent a supposer I'existence de valeurs optimales pour les deux températures.

Nous avons regroupé les deux termes sous le nom température en raison des effets
observés. D’ailleurs en traitement d’image, ou la température classique (devant Ien-
tropie des coefficients d’appartenance) n’est pas forcément introduite, le lissage fait
office de température pour les opérations de segmentation. Une procédure de diminu-
tion (lente) des températures permettrait d’obtenir une classification, tout en amenant
les parametres dans la bonne configuration d’auto-organisation. Enfin, nous obtenons
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14 encore des croissances linéaires pour I’entropie et le x? d’indépendance du tableau
de facteurs multinomiaux, non montrés ici.
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Fi1c. 4.5 — Moyennes empiriques de la Divergence-intra en fonction de la température
et le lissage, et pour un nombre de classes fixés.
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F1G. 4.6 — Variances empiriques de la Divergence-intra en fonction de
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Fi1g. 4.7 — Moyennes empiriques de la Divergence-intra étendue en fonction de la
température et le lissage, et pour un nombre de classes fixés.
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Fi1a. 4.8 — Variances empiriques de la Divergence-intra étendue en fonction de la
température et le lissage, et pour un nombre de classes fixés.
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F1G. 4.9 — Moyennes empiriques de la moyenne limite de la Divergence-intra étendue
en fonction de la température et le lissage, et pour un nombre de classes fixés.
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F1G. 4.10 — Variances empiriques de la moyenne limite de la Divergence-intra étendue
en fonction de la température et le lissage, et pour un nombre de classes fixés.
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4.2 Expériences sur les données textuelles

Les données étudiées subissent le prétraitement décrit en introduction, pour obtenir
un tableau de contingence textuel. Un certain vocabulaire est choisi puis des vecteurs
sont formés pour chacun des documents en comptabilisant les occurrences des termes
du vocabulaire. Une fois réalisée la projection cartographique, le contenu d’un corpus
entier s’explore 4 ’aide d’un outil de navigation comme nous allons le voir dans la suite.

CLASSIFICATION AUTRES
(2.1 o -
) | PROJECTION
Dictionnaire -

1)

V={m)
i’ =1

Matrice Textuelle

Réduction

CORPUS

D=(d} "

i i=l

| S —

=~| VISUALISATION | “

Fi1a. 4.11 — Schéma général du traitement d’un corpus de textes.

D’un point de vue pratique, la carte neuronale change d’apparence apres chaque
nouvel apprentissage si les initialisations sont différentes. Cela provient du fait que
la grille de neurones est libre d’effectuer des mouvements (rotations ou symétries)
dans l’espace des données, et que des minima locaux peuvent étre atteints avant
l'optimum. Il faut estimer plusieurs fois les parametres & partir d’initialisations
aléatoires différentes jusqu’a obtenir un résultat satisfaisant. Il faut faire également
varier la taille de la carte ainsi que celle du voisinage. C’est un inconvénient de ce genre
de méthode & parametres. Il est éventuellement intéressant d’effectuer ces réglages de
maniere automatique, mais d’un autre coté, il parait opportun d’avoir différents points
de vue & analyser.

Il semble impossible voire inutile de garder tout le vocabulaire d’un corpus de
données pour des traitements statistiques robustes. Il est clair que certains mots seront
trop peu fréquents pour fournir une bonne estimation de leur probabilité; ils sont
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donc & supprimer. Les mots trop nombreux comme les articles ou mots de liaison
n’apportent pas forcément beaucoup d’information. On se propose donc d’enlever
d’un premier dictionnaire les mots qui sont soit trop représentés, soit pas assez pour
le corpus. En pratique, nous classons I’ensemble du vocabulaire employé au total,
par fréquence décroissante. Ensuite nous conservons environ les 1000 premiers plus
fréquents en supprimant les quelques trop fréquents du début de la liste (mots outils
principalement). De nombreuses méthodes alternatives de sélection de variables sont
usitées en analyse textuelle. Parmi elles, on peut citer, dans le cas de textes labellés,
une sélection des mots comme celle apportant le maximum d’information au sens de
la théorie de I'information, et quantifié par I'indicateur d’information mutuelle. Dans
le cas du classifieur naif de Bayes, des auteurs ont également déterminé une taille
empirique du vocabulaire & employer pour minimiser ’erreur ; ils ont obtenu justement
un vocabulaire d’environ 1000 mots sur plusieurs corpus, mais cela n’empéche pas
d’autres travaux récents d’utiliser avec succés un vocabulaire beaucoup plus large.

Pour les corpus servant aux tests, nous nous restreignons a environ mille com-
posantes vectorielles, en conservant un vocabulaire supposé assez pertinent pour la
discrimination effectuée par les algorithmes de carte auto-organisatrice.

Résumés INRIA Dans la publication[76] il est étudié un corpus d’environ 2000
résumés d’articles de PINRIA. Les auteurs se servent essentiellement de ’AFC pour
cette étude. Ces résumés sont issus des différents projets de l'institut que I'on peut
regrouper en quelques domaines. Nous les projetons dans la suite.

Newsgroups WEB Les 20000 news cités dans [77] servent fréquemment de bench-
mark. Ils se répartissent dans une vingtaine de newsgroups comptant un millier de
mails chacun. Les thématiques ont un large spectre : de I'informatique & la religion en
passant par la santé et la philosophie. Nous les cartographions ci-apres.

Monde Diplomatique Le corpus du Monde Diplomatique a I'intérét d’étre de taille
importante, de 'ordre de 100000 documents, et d’embrasser un grand nombre de
thématiques. Nous en construisons des cartes de distribution de mot.
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4.2.1 Cas CASOM
4.2.1.1 Expériences sur les résumés INRTA

Nous projetons le corpus sur une carte topologique CASOM. On visualise alors la
structure générale du corpus avec les indicateurs proposés. On peut vérifier sur cet
exemple la bonne adéquation entre la projection factorielle des correspondances et la
projection sur la carte auto-organisatrice & base de multinomiales. On présente avant
tout la matrice U correspondant aux résumés en anglais, pour le tableau de mots affiché

peu apres :
\v4
'{’ s "ogg‘"i“
ARG
| LRBEZANRIERRID
KRN %""“

V??Q}'

\/

F1G. 4.12 — U-matrice des résumés, version anglaise

On affiche ci-apres les projections factorielles pour un early stopping des versions
de résumés en frangais, afin de vérifier empiriquement la propriété d’AFC non linéaire.
Les projections montrent clairement une forme de grille rectangulaire déformée non
linéairement, suivant une surface, avant déformation par spécialisation. On peut ob-
server que les angles de la carte comptent le maximum d’inertie permettant d’affirmer
que ce sont les thématiques les plus tranchées. Ensuite, il faudrait se reporter aux
indicateurs d’inertie et de qualité pour dégager les zones révélées par la projection.
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F1Gg. 4.13 - Plans factoriels (1,2) (2,3) (3,4) (4,5) (5,6) (6,7) et inertie projetée pour
les multinomiales. Sur cet exemple, nous avons procédé a un arrét avant convergence
compléte. Nous obtenons une forme montrant empiriquement le lien entre 'AFC et
CASOM : une projection non-linéaire, résumant I'information contenue dans les plans
de 'AFC des données. Les figures montrent également que le nuage projeté se rétracte
et diminue rapidement en inertie expliquée.
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Les relations de voisinage entre
affiche les cartes d’activation pour

neurones sont bien conservées sur le graphique. On
la version en anglais & la suite du tableau de mots

obtenu :
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Fi1G. 4.14 — Nous illustrons la propriété de recherche d’information du modele. Plus
la couleur est rouge, et plus la probabilité est élevée. En haut de chaque carte figure
le mot (ou premier du groupe) de vocabulaire correspondant. Cela correspond & des
cartes d’activation avec des lignes de niveau pour la somme des probabilités des multi-
nomiales pour les questions ”knowledge”, ” concept concepts’ et ” class classes classifi-
cation”. N’importe quel indicateur pourrait étre utilisé au lieu des probabilités, mais la
propriété des valeurs bornées pourrait se perdre. Les figures montrent comment la carte
auto-organisatrice se comporte : elle est activée sur différentes zones selon les diverses
thématiques du corpus. Par exemple, le terme knowledge est statistiquement proche
du terme concept, comme en témoigne les courbes superposables obtenues & la suite
de la question. Ces figures montrent les cartes d’activation pour la thématique visual :
(image, point, surface, mesh, scene, vision). On visualise directement les fortes liaisons
statistiques de certains mots du vocabulaire qui apparaissent de facon tres probables
dans les mémes zones cartographiques.
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4.2.1.2 Expériences sur les articles de newsgroups

L’ensemble des news a été projeté sur une carte de taille 5*4, valant le nombre de
groupes différents de news. On reconnait pratiquement I’ensemble des groupes mais
certaines thématiques sont peu séparées et se partagent plusieurs multinomiales. Dans
un optique d’extraction de connaissances par visualisation, nous pouvons observer ra-
pidement l'organisation générale du corpus, de ses diverses thématiques et de leurs

relations.

FiG. 4.15 — U-matrice des news pour la grille ci-dessous
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ATHRIST

DAVIDIANS

DENVER

ESPN

APARTMENT SUBJECTIVE SEMI STATS
GRACE 30DS TEAR JOKE PLAYOFFS
MATTHEW ASSUMPTION TEXAS BUSH BRAVES
SUMGAIT JUDGEMENT ASSAULT HOSPITAL PITCHER
LUKE LOGICAL SUICIDE ROCK CHICAGO
VERSE PERSPECTIVE RAID TRAINING DETROIT
ETERNAL ASSERTION TRIAL BRIAN PITCHING
TESTAMENT BELIEVED FEDS HITTING PITTSBURGH
REVELATION TOPIC KNOCK SHOTS MORRIS
ELOHIM CULTURE TANCER TICENSE REAR
MORMON MALE MEDICINE OWNERS RIDING

TO EXAMPLES DIET SALES FORD
GODS MINORITY PATIENT DETECTOR TIRES
DOCTRINE DECISIONS BRAIN PASSED WIRING
MOVEMENT HOMOSEXUALS CANDIDA TAXES BIKES
BIBLICAL IGNORANT SYMPTOMS OWNER BRAKE
LEADERS SCHOOLS CHRONIC WAITING HELMET
JOSEPH THREAT DOCTORS ACCIDENT NEUTRAL
VERSES RATIONAL LEVELS RIDING HONDA
PALESTINIANS | MILITIA CRYPTO COPIES MONITOR:
PALESTINIAN AR ENCRYPTED ENGINES CHANNEL
ISLAMIC CONSTITUTIONAL | PHONES LETTERS ELECTRONICS
LEBANON SUPREME COMMUNICATIONS | STUDENT VOLTAGE
SERBS WEAPON PROPOSAL RECORDS
CIVILIANS NUCLEAR SCHEME SALES LASER
BOSNIA LIBERTARIAN AGENCIES COMPONENTS STEREO
JERUSALEM ORGANIZED AGENCY TO! PORTABLE
NAZIS FIGHTING CRYPTOGRAPHY ANALYSIS ITEMS
NATIONS PAPERS EXPORT CORP WARRANTY
OTTOMAN TRAN SPACECRAFT VIRTUAL XTERM
GREECE JOIN LUNAR PLANE BIOS
AZERI JUNE MARS OBJECTS POSTSCRIPT
EMPIRE REGION VENUS CRYPTOGRAPHY | SIMMS
PARAGRAPH RUSSIA LARSON FUNCTIONS OPENWINDOWS
REPUBLIC TROOPS SATELLITE DISTANCE CACHE
KARABAKH GREECE PROBE TELEPHONE BYTE
MASSACRE NUCLEAR ASTRONOMY PROCESSING SHELL
KURDS TRAINING TEMPERATURE SESSION PROCESSOR
VILLAGE POTENTIAL PROPULSION FREQUENCY TRANSFER
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4.2.1.3 Expériences sur les résumés du Monde diplomatique

Nous avons voulu essayer la méthode sur un corpus plus vaste de I'ordre de la cen-
taine de documents. La base projetée consiste en [=98432 documents pour une taille de
vocabulaire retenu de J=964. Les textes sont des paragraphes d’articles du monde diplo-
matique pendant une dizaine d’années. On remarque que les cartes construites de taille
T*7 sont trés petites au regard de la taille du corpus, mais déja se dégage des résultats
non dénués d’un certain sens dont la complete pertinence serait intéressante a quanti-
fier pleinement. 11 faudrait par exemple chercher & évaluer la qualité des corrélations
établies ici, et ce sur différentes tailles de carte croissantes. On a construit les cartes
suivantes.

NG

Fi1g. 4.16 — Carte sur le théeme de I’enseignement dans le monde diplomatique. En
observant les modes (couleur rouge), on visualise des liens entre certains mots du vo-
cabulaire.
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4.2.2 Cas TNEM

Pour cet exemple, nous initialisons grossierement le réseau par quelques pas de la
méthode CASOM. Nous allons observer principalement 1'utilité du parameétre de lissage
B puisqu’il n’est pas présent dans le SOM. Nous montrons empiriquement sur un corpus
d’exemples (2000 résumés INRIA, 500 premiers mots du vocabulaire) son influence dans
I’auto-organisation de la carte sur la figure ci-dessous :

F1G. 4.17 — Premier plan factoriel des multinomiales obtenues, pour de gauche & droite :
B = 1,5, 10, 12.5, et 15. Pour comparer les vues nous avons effectué des rotations
puisque les plans factoriels sont recalculés a chaque fois.

En prenant garde aux mauvaises interprétations de la projection, on peut observer les
bords de la grille sur le premier plan de PAFC des multinomiales. On voit la carte se
déplier plus ou moins suivant la valeur du parametre pour une initialisation identique.
Il serait intéressant de le calculer de fagon automatique afin que la carte soit la plus
dépliée possible. On obtient :

LOGIQUE PROTOCOLE PERFORMANCES PROCESSEUR CODES FINIS
LAMBDA COMMUNICATION | CACHES CODE CODE ELEMENTS
TERMES PARALLELES CACHE INSTRUCTIONS LINEAIRES MAILLAGES
MESSAGES EVALUATION PARALLELE BOUCLES SCHEMAS
SUPERIEUR PROTOCOLES PARTAGEE PROCESSEUR OPTIMISATION NUMERIQUES
REECRITURE COMPILATEUR ARCHITECTURE MACHINE DIMENSION NUMERIQUE
SUBSTITUTIONS PERFORMANCES PERFORMANCE AUTOMATIQUE STRATEGIE MAILLAGE
NORMALISATION PARALLELISME ARCHITECTURES BOUCLES NUMERIQUES SCHEMA
REDUCTION COHERENCE MACHINES OPTIMISATION EFFICACITE ECOULEMENTS
TYPAGE ENVIRONNEMENT | SIMULATION GENERATION GEOMETRIE EQUATION
SOURCES CONCEPTION TRAFIC PROGRAMME LOGICIEL APPROXIMATION
REQUETE ARCHITECTURES PARALLELES ORDONNANCEMENT | SIMULATION VOLUMES
UNIFICATION DE ACCES ARCHITECTURE NUMERIQUE SIMULATION
EXPLICITES MECANISMES PROCESSEURS PERFORMANCES OPTIMAL NAVIER-STOKES
LANGAGES MACHINES INSTRUCTIONS IMPLEMENTATION PERFORMANCES ONDES
TANGAGES CRITERE ORDONNANCEMENT | CONSTRUCTION MESURES EQUATION
SEMANTIQUE EVALUATION TACHES ARBRES IDENTIFICATION CONVERGENCE
PREUVE DETECTION PARALLELES COMMANDE ASYMPTOTIQUE APPROXIMATION
PROGRAMME REPARTIS COMMUNICATION DIFFUSION LINEAIRES OPTIMAL
LOGIQUE REPARTI PETRI EFFICACE MESURE OPTIMISATION
SPECIFICATION INTERFACE GRAPHES EXEMPLES CONSIDERE ONDES
CONCEPTION NIVEAU GRAPHE ASPECTS CONVERGENCE CONDITION
VERIFICATION CONCEPTION CONSIDERONS MECANISMES VARIABLES QUADRATIQUE
DESCRIPTION ETATS COMMUNICATIONS CLASSES FILTRAGE ERREUR
REGLES UTILISATEUR BORNES ERREUR LIMITES NUMERIQUE
OUTILS NOUVEAUX OPTIMAL DECRIVONS LOIS NUMERIQUES
DEVELOPPEMENT | RESSOURCES COMPLEXITE PERMETTANT OPTIMISATION ESTIMATION
DOCUMENT ARCHITECTURE EVALUATION CONTEXTE NUMERIQUE DECOMPOSITION
GENERATION DEVELOPPE PROCESSEURS TRAVAUX TERME CONVEXE
PREUVES MESSAGES PAPIER PROPOSEE BASEE LINEAIRES
ENVIRONNEMENT | NOTION ASYMPTOTIQUE ARBRES VARIABLES CHAMP
SPECIFICATION PETRI ASYMPTOTIQUES COMPLEXITE VALEURS CONVERGENCE
OUTILS PROCEDURE SYNTHESE ARBRE STABILITE OPTIMISATION
SEMANTIQUE CONDITION LINEAIRES VARIABLES EXPRESSION CRITERE
VERIFICATION SYNTHESE MOYENNE MOYENNE BORNE OPTIMALE
CONCEPTION CORPS ELEMENTAIRES CONSTRUCTION VALEUR APPROXIMATION
SIGNAL REECRITURE AUTOMATIQUE LINEAIRES EFFICACE EQUATION
SPECIFICATIONS EXISTENCE FORMEL DELAUNAY couT ESTIMATION
DESCRIPTION NECESSITE TERMES LOIS RESULTAT EXISTENCE
INTERFACE TESTS COLASSES MESURES EVALUER COMMANDE
CONNAISSANCES REGLES ALGEBRE STABILITE COMPLEXITE CONDITION
PREUVE FORMES PETRI PRATIQUE ESTIMATION COURBURE
REPRESENTATION | RESULTAT GRAPHE STATIONNAIRE CALCULER ASYMPTOTIQUE
INFORMATION DETERMINER SERIE CONSIDERONS PROPRIETE INFINI
FORMELLE EQUIVALENCE COMPLEXITE UNIFICATION TAUX LONG
ATTENTE GRAPHE MATRICES TACHES ROBOT TMAGE
SERVICE SIGNAL THEOREME ORDONNANCEMENT | MATRICE MOUVEMENT
FILES EVENEMENTS POLYNOMES RELATIONS TACHES CONTOURS
FILE GRAPHES NOMBRES VARIABLES OBJET SEGMENTATION
GRAPHES REPRESENTATION | RECHERCHE COMMANDE SCENE SURFACE
SERVEUR AUTOMATES DYNAMIQUE COMPLEXITE MOUVEMENT RECONSTRUCTION
GRAMMAIRES ORDRES ARBRES MATRICES COMPLEXITE ESTIMATION
CLIENTS TRAITEMENT GRAPHES REEL RECONSTRUCTION REELLES
DISTRIBUTION SEQUENCES OPERATEURS GEOMETRIE VISION PRIMITIVES
EVENEMENTS ETATS ALEATOIRES CHAINE NIVEAU SURFACES
REPARTITION CALCULS PROPRES GEOMETRIQUES SEQUENCE
POLITIQUE SYNCHRONE LIMITE DYNAMIQUE CLASSIFICATION COURBE
COMPOSITION FINI CITE CONSIDERE ORDONNANCEMENT | CORRESPONDANCE
SERVICES ALEATOIRES RESULTAT PERMETTANT TRAJECTOIRE SCENE
CAPACITE DETECTION FILE CALCULER PERMETTANT DETECTION
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4.3 Représentation par SOM et IHM

4.3.1 Sur la représentation par carte de Kohonen

Représentation visuelle

Nous décrivons briévement comment construire des représentations|78, 38, 79, 80,
81, 82, 83, 68, 84]. La métaphore du paysage fournit une vision locale des erreurs
entre classes voisines et affiche le paysage calculé dans la matrice U[79], la matrice
de distance entre classes voisines. La matrice U affiche la grille et pose une couleur
entre deux centres, d’autant plus clair que ces centres sont proches dans 1’espace des
données. Ainsi, il se forme des vallées ou zones de la carte aux classes toutes voisines
dans 'espace, séparées par des collines, ou zones frontiére de la carte ou les centres
sont éloignés dans ’espace. 1l est clair que le paysage obtenu doit étre varié pour des
données complexes, puisque sinon, on est en présence d’une surface non déformée
(voisinages respectés parfaitement), ou d’une carte proche d’un tirage aléatoire (aucun
voisinage respecté). Il est possible de naviguer dans les zones homogenes et de les
caractériser par un label. Une classification (par exemple hiérarchique ou CAH)
permet de séparer ces zones de fagons automatiques, et faciliter leur localisation.
Ces représentations illustrent l’indicateur global d’inertie intra étendue, le critére
minimisé par SOM en analyse des données. Pour obtenir une vision plus globale de la
déformation de la carte, on projette les centres & 1’aide d’un critére globale comme[85]
par une méthode MDS[86] par exemple; de cette maniére, 'allure générale de la
carte apparait. Des auteurs[68] projettent les centres sur une projection factorielle des
données, en éléments supplémentaires; 1’échantillon doit étre de taille raisonnable. De
méme, on peut superposer la projection des données, afin de vérifier visuellement la
quantification finale. Ces représentations souffrent cependant de la déformation due
au critére employé, et demeure indicative sur le respect de la topologie globale de la
carte, ou relations de voisinage de la grille. En alternative, nous avons récemment
proposé d’effectuer directement l'analyse factorielle sur les centres afin de dégager
leurs corrélations; les indicateurs de contribution, d’angle et de signe sont affichables
pour chaque direction factorielle afin d’aider l'utilisateur dans son étude fine de la
structure de la carte auto-organisée, et lui faciliter la navigation. Il a été également
proposé diverses méthodes de projection des données classées autour de leur centre
d’affectation. Par exemple, par des interpolations paramétrées a l'aide des classes
voisines ou des classes dont les centres sont un peu moins proches que celle affectée au
document & projeter. La projection factorielle est une alternative. Le plus simple reste
de placer chaque document dans sa classe la plus proche, mais cette méthode ignore
lexistence des moins proches voisins éventuellement éloignés sur la carte. Lorsqu’en
plus de centres de classe pour le SOM, on dispose d’une distribution de classe comme
pour le GTM, il devient possible de placer un document en sa moyenne conditionnelle
de classe. Cette représentation a l’avantage de refléter la globalité de la cartographie
au prix d'un risque d’erreur a l’interprétation des proximités pour des répartitions
multimodales. Au lieu de représenter les défauts du voisinage qui indiquent les lieux de
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la déformation de la carte, certains auteurs préferent projeter la densité du corpus, ou
proportion de données classées dans chaque classe. Ils emploient éventuellement une
interpolation sur les centres voisins afin d’accentuer les reliefs. Une telle représentation
montre directement les groupes de documents similaires d’une part, et les documents
plus spécifiques d’autre part. Il est clair que le choix de la représentation dépend
de V’objectif de l'utilisateur. Des représentations simultanées doivent offrir un acces
plus complet au contenu de la carte si la surcharge est évitée. Par exemple, on peut
imaginer superposer au paysage de la matrice U les résultats de la projection factorielle
en alternative & la classification seule. Dans la suite, nous superposons des cartes de
densité bivariée du vocabulaire du corpus avec le paysage de la matrice U et de la
densité projetée des données.

Problématique d’Interface Homme-Machine (IHM) et AD textuelles

Etant donné que 1’espace de départ (données) est souvent de grande dimension, alors
que celui d’arrivée (grille 2D) est de faible dimension, la projection par SOM induit une
certaine déformation apparente, révélatrice de macro-clusters séparés par des frontiéres.

Les méthodes de représentation permettent de juger des vraies distances entre
centres en référence avec la grille imaginaire. On a représenté ci-contre des exemples
d’interface pour la navigation dans des archives de données textuelles (textes courts)
ou sonores (morceaux MP3) ou d’image. On peut voir sur les trois premiéres vignettes,
Iinterface WEBSOM|87] avec matrice U sur la gauche, et une carte de densité [83]
sur la droite pour des morceaux MP3 de musique. L’interface[47] du centre montre
une représentation de résumés de film dans un espace non-euclidien. Les sorties
suivantes correspondent sur la gauche & un SOM & hiérarchie pyramidale[88], au
centre on trouve une représentation de la carte par classification hiérarchique[89] des
centres, représentation proche des méthodes visuelles de treemap[90] et sur la droite
un interface web pour interroger une base d’images.

Dans le cas de données textuelles, la carte est étiquetée & 1'aide des mots clefs
pour chacune des classes de document afin de faciliter un acces visuel & de contenu.
Un utilisateur peut alors consulter le détail du contenu en sélectionnant les zones qui
Iintéressent. En outre, étant donné la taille des grilles parfois rencontrées, des méthodes
de zoom sont proposées dans la littérature. Un zoom sur une zone particuliére est pos-
sible, comme c’est le cas du systétme WEBSOM|[87]. 11 s’agit également d’une propriété
du systéme de cartographique proposé récemment par un géographe ; il utilise un outil
de navigation de carte routiere pour afficher une carte de Kohonen. Il existe en outre des
méthodes adaptées a P'affichage simultané de la carte globale (au moins aux alentour de
la zone zoomée) et d’une zone accentuée a 'aide d’un effet visuel local. Les méthodes[91]
de type Polyfocal (Bifocal) Display et Fisheye Views[92] effectuent des effets de zoom
local, avec rétrécissement des zones frontieres. Elles peuvent étre complétées d’effets
fractals[93] sur les zones alentours pour éventuellement en supprimer.
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4.3.2 Prototype de recherche, IHM 3D

I a été développé un prototype! C++ pour la projection par carte auto-
organisatrice par I'algorithme CASOM, avec sortie textes, et extensions par scripts
MATLAB. Une THM rudimentaire pour la navigation dans une carte tridimensionnelle
a été également implémentée en JAVA pour une meilleure lisibilité des résultats par
Iutilisateur final. Il s’agit d’un prototype qui demanderait des recherches dans le

domaine pour le finaliser.

!Nous tenons & remercier M. Yves LeChevallier, Directeur de recherche 4 I'INRIA, qui nous a trés
gentiment communiqué une premieére version d'un logiciel implémentant le SOM, et avec lequel le

premier prototype a été congu.
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Fic. 4.18 - ITHM 3D JAVA : 1

On peut trouver ci-contre, figure 4.18,4.19,4.20,4.21,4.22,4.23 un exemple de sor-
tie de 'THM JAVA. On reconnait un paysage sur le graphique en couleur. Les pics
sont des zones de fortes densités. On a représenté les probabilités a priori des classes
multinomiales ou coefficients mélangeants estimés .
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Fic. 4.19 — ITHM 3D JAVA : 2
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F1G. 4.20 - ITHM 3D JAVA : 3

Fic. 4.21 - THM 3D JAVA : 4

Fic. 4.22 - THM 3D JAVA : 5

F1G. 4.23 - THM 3D JAVA : 6



Chapitre 5

Conclusion et perspectives

5.1 Résultats et conclusions

Nous avons proposé dans ce document une description de diverses méthodes de
projection des données qualitatives, notamment des lignes ou colonnes d’un tableau de
contingence. L’illustration de ces méthodes sur des données textuelles connues pour
leur complexité permet de tirer les avantages et les limites des méthodes proposées. La
représentation bidimensionnelle offre un éventail de possibilités applicatives allant de
la simple navigation dans un corpus a I’étude de contenu en passant par l’'indexation
des textes. Nous avons ainsi étudié et présenté tout particuliérement un point de vue
vectoriel avec un formalisme probabiliste afin d’extraire de I'information contenue dans
les textes. Le bilan de ces travaux est le suivant.

e Nous avons présenté une vue unifiée (et quasiment exhaustive) de la dizaine
de méthodes probabilistes, & base de mélange de lois, permettant de construire des
cartes auto-organisatrices, rassemblement bibliographique non réalisé jusqu’a présent
a notre connaissance, et bien utile pour un lecteur intéressé par 'aspect modélisation
des cartes de Kohonen.

e Nous avons ensuite proposé une nouvelle méthode, appelée CASOM que nous
présentons comme une généralisation de 1’Analyse Factorielle des Correspondances.
En effet, elle projette les vecteurs de probabilité empirique & la maniére du SOM (ou
TPEM) et use d’une distance comparable & celle de ’AFC. Nous avons alors établi
certaines propriétés originales de CASOM, parfois dérivant directement du SOM. Nous
avons également avancé des hypotheses de travail capables de dégager des nouvelles
propriétés statistiques des cartes auto-organisatrices. Il s’agit d’étudier les cartes du
point de vue du x?, notamment en considérant le tableau de contingence sous-jacent
aux multinomiales.

e Nous avons ensuite présenté un nouvelle facon d’aborder les modeles de carte en
général. 1l s’agit de s’inspirer du travail effectué en image pour modéliser les cartes de

107
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Kohonen comme des modeles de Markov caché. Ce rapprochement a permis d’établir
un nouvel algorithme de mélange flou pénalisé, le TNEM, qui nécessite apres étude
empirique une bonne initialisation. Autrement dit, si la version image est apte a
procéder a de la segmentation contrainte, la version carte semble moins performante.
En effet, les contraintes imposées par les cartes de Kohonen sont certainement moins
informatives. Le TNEM pourrait donner des résultats intéressants en fin d’apprentis-
sage de CASOM, si les probabilités a posteriori sont calculables. Vérifier que la plupart
des algorithmes de segmentation d’image sont aisément modifiables en algorithmes de
carte auto-organisatrice reste & faire.

e Nous avons également proposé un algorithme de projection nommé CABSOM,
avec distance du x2, dont la complexité nous a semblé importante indépendamment
du fait qu’elle procéde en dimension K. Des extensions non linéaires sont a priori
préférables pour éviter des inversion matricielles nombreuses, voire instables. Par
contre, le choix de coefficients de classes floues au lieu de probabilités a posteriori,
effectué au départ afin de parvenir & des modeles passant facilement & des échelles
de données importantes nous est apparu finalement inintéressant du point de vue
de l'estimation et de 1’étude des propriétés résultantes. Des modeles pleinement
probabilistes apparaissent plus séduisants du point de vue réglage du voisinage, point
crucial non encore résolu pour CASOM, pour peu que de nouveaux modeles soient
estimables pour des grandes bases de données. L’algorithme du CABSOM s’étend
directement au cas pleinement probabiliste comme décrit dans la fin de la partie
consacrée.

e Cette theése s’est intéressée au formalisme des cartes de Kohonen en général et
a celui pour tableaux de contingence en particulier. Elle a apporté modestement un
complément théorique étant donné le formalisme particulier introduit ici. Elle aboutit
a de nouveaux criteres et permet de retrouver de plus connus. L’introduction de la
notion du x? est un complément & la notion généralement employée & propos des cartes
auto-organisatrices : I'entropie de Shannon. L’utilisation des géostatistiques nous est
apparue naturelle et pourrait constituer un axe de recherche des plus prometteurs
pour la définition de critéres de qualité mais également celle d’algorithmes robustes.

e Enfin ce travail a donné lieu au développement d’un prototype de recherche sous
la forme de trois modules séparés, pour une projection des données textuelles. Le pre-
mier en langage C est chargé de construire tres efficacement un dictionnaire & partir
d’un fichier listant les textes du corpus. Un autre en langage C++ estime les cartes
CASOM, en codant les matrices textuelles en une structure de données pour un format
matriciel creux afin d’alléger la mémoire vive allouée et d’accélérer notablement les
temps de calcul. Les sorties sont parfois traitées par des fonctions MATLAB. Enfin,
une THM prototype a été implantée sous JAVA 3D et VISAD, pour une navigation
aisée dans le corpus projeté. Ces programmes, & la fin de la these, font 'objet d’un
travail d’éléves (TER de maitrise d’informatique) pour I'interface ou sont prévus pour
une réécriture dans le langage JAVA (avec suppression des quelques scripts MATLAB
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de post-traitement) qui est une bonne alternative pour des extensions futures.

5.2 Perspectives

5.2.1 Sur les représentations par carte

Le modéle proposé demeure difficile & estimer en pratique. En effet, dans la
littérature, ’approche batch apparait parfois comme moins robuste qu’une approche
purement stochastique. 11 serait intéressant d’étudier une estimation séquentielle. Il doit
étre également possible d’élaborer un algorithme automatique pour calculer une taille
optimale du voisinage durant les itérations d’EM contraint. Ensuite, continuer sur
I’idée de la comparaison avec 'image en approfondissant les modeéles correspondants
pourrait aboutir & un algorithme robuste de projection et surtout présentant des
dépendances explicites entre classes. Un modele complétement probabiliste pourrait
présenter l'intérét d’une meilleure robustesse, notamment en grandes dimensions.

Dans un autre ordre d’idées, la formalisation du voisinage est réalisable autre-
ment que ce qui est connu aujourd’hui. On peut penser notamment & des modeles
mécaniques par exemple. Encore faut-il qu’ils donnent de meilleurs résultats. En fait,
le voisinage et sa maniére de le représenter est siirement la question fondamentale lors
de la modélisation d’une carte. Les questions de taille, qualité de carte sont encore
également des questions sans réponse. Des stratégies hiérarchiques déja existantes
dans le SOM originel apporteraient a priori un résultat plus efficace et plus robuste &
CASOM, l'intérét de CASOM par rapport au SOM, résidant dans son interprétabilité.
Un test de taille de modele pourrait s’effectuer entre deux transformations. Ensuite,
plus particulierement pour le domaine textuel, I'usage des multinomiales est licite
puisqu’elles donnent en général des résultats parmi les meilleurs; cependant, il serait
intéressant de rechercher des distributions sans hypothese d’indépendance entre les
mots, et qui permettrait par la méme occasion d’obtenir également les liaisons entre
mots du vocabulaire.

On peut imaginer beaucoup de choses dans le domaine mais une modélisation
vraiment proche du texte écrit semble la seule & méme de véritablement comprendre
un jour le contenu. La perte du flot du langage est manifestement irrémédiable, &
moins de parler des langues mortes sans sémantique dans l'ordre des mots. C’est
pourquoi, nous avons été amené a nous intéresser aux séquences de mots dans les
phrases, par modélisation & I’aide des modeles graphiques (HMM). Un modeéle mélant
les deux domaines carte-séquentiel permettrait des changements de point de vue, chan-
gements aptes a diminuer les erreurs d’interprétation dues au caractere artificiel de la
modélisation.
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5.2.2 Sur les représentations par graphe

La représentation planaire induit certainement une grande déformation de la
structure des données. D’ailleurs, la notion méme du codage vectoriel trouve ses limites
dans I’élaboration d’un dictionnaire a priori figé et arbitraire. C’est pourquoi, nous
avons été amené & nous intéresser & des modeles plus souples de représentation des
textes, notamment les modeéles de chaine de Markov caché qui offrent la potentialité
de représentation sous forme de graphe. Bien que cette idée n’ait guere été développée
ici, ’énoncé d’un modeéle particulier de texte a été proposé, étendant un existant
particulierement performant. Le développement de cette méthode devrait offrir des
navigations dans les textes innovantes en permettant des représentations locales non
déformées. D’ailleurs, 1'usage des modeles bayésiens en texte est une réalité émergente
et en pleine activité puisqu’ils permettent de prendre en compte non seulement la
notion de séquence au niveau des mots mais également au niveau de la structure des
documents. Or, justement, les documents multimédia sont structurés par construction,
afin de pouvoir atteindre des contenus de formats variés (textes, son, image), et les
pages en format HTML, SGML, XML ou autre suivent elles-mémes une certaine
structure, notamment arborescente.

Ainsi, nous avons pensé 4 étendre le PLSA au domaine séquentiel en considérant la
dynamique des états de la variable latente dans un texte, sous la forme d’une chaine
de Markov cachée ou HMM]5, 4]. 1l s’agit de 'idée d’un texte présentant une suite de
concepts mis les uns & la suite des autres en un enchainement précis; pour simplifier,
un concept dépendra uniquement de celui qui le précede :

Définition 36 On définit le modéle du HMM-PLSA en considérant un corpus comme
une suite de domnées dyadiques conditionnées par une variable inconnue discréte a
valeurs dans Z et suivant une chaine de Markov. On suppose observer I séquences x;
de longueur Nje = |z;| chacune. Elles sont considérées comme indépendantes :

t:N'in
cOD) =1] Y. Pa)P(zulzn)P(zilza) [[ Plalzig-1)P(@itlzi) P(wilzi)(5.1)
i€ ze ZNie =2

Le PLSA est clairement une simplification de ce modele plus général. En effet, le PLSA
considere I'indépendance des états de la variable cachée conjointement & I’événement
observé (mot, document), alors qu’ici on cherche & estimer leur dépendance au premier
ordre, au sens markovien du terme. On obtiendrait un graphe de dépendance don-
nant & la fois un descriptif condensé d’un corpus et un calcul efficace de la probabilité
d’événement d’une séquence particuliére de mots. Le modele proposé partage certains
points communs avec les modeles de langage, un label de document supplémentaire.
Pour estimer les parametres, on peut maximiser par exemple la vraisemblance et utiliser
un algorithme de type EM associé aux algorithmes Backward-Forward qui permettent
efficacement de calculer les probabilités de mise & jour de 'EM. Nous ne développons
pas les méthodes de Viterbi et Backard-Forward qui sont décrites dans l’article de
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référence [5]. D’un point de vue applicatif, un utilisateur passe d’un contexte & l’autre
dans le graphe & 'aide des probabilités de transition, & partir d’une requéte initialisant
la recherche. Une maniére d’accélérer le processus consiste a se placer sur les cartes fac-
torielles de la matrice de transition afin de cibler les concepts clefs auxquels s’intéresse
I'utilisateur du systéme. Nos résultats préliminaires basés sur un K-means segmental
n’ont pas donnés les résultats escomptés. Cependant, on peut retrouver un modele trés
performant et proche, appelé CHMM introduit dans [94] et dont 'auteur se sert pour
segmenter des chaines d’ADN. Le CHMM travaille sur des labels de classe au lieu de
labels de documents. Nous avons présenté ce modele en raison de son intérét pratique en
analyse textuelle : une représentation sous forme de graphe d’un corpus et les utilisations
directement exploitables de formules de mises & jour des probabilités dans les HMM qui
pourraient permettre de travailler sur des bases de données dynamiques. Des critéres
de recherche d’information comme dans [95] sont également envisageables. Ce modéle
assez basique doit pouvoir s’étendre & des modeéles plus robustes prenant en compte
plutét qu'un mot, une fenétre glissante de mots afin de robustifier les estimations et
les rendre moins sensibles au style des textes. Les modeles de classification récents a
base ’HMM montrent également que ce genre d’approche doit donner des résultats
satisfaisants. Il se trouve qu’un modele[96] treés similaire a été proposé récemment et
indépendamment.
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Annexe A

A.1 Exemple de lois discretes

Il est possible d’écrire les loi suivantes ainsi que bon nombre d’autres telle que
gaussienne sous une forme paramétrique générique : la famille des loi exponentielles.
Ces lois ont de bonnes propriétés en général.

A.1.1 Modéle multi-varié de Bernoulli

On suppose que I’événement associé & la présence ou absence d’un mot (quelque soit
son occurrence) conditionnellement & I’événement z € Z est une variable de Bernoulli
Bj, qui prend la valeur 1 si le mot v; est présent dans z;, et 0 sinon; soit :

j=J
P(z|z,0) = H (vj]2,0) H P| Pj|z)1_B”' (A.1)

=1

On modélise la probabilité d’apparition d’un document comme D’ensemble des
événements indépendants de présence ou absence d’un mot, ici considéré comme
événement issu d’un tirage bernoullien.

A.1.2 Modele multivarié de Poisson

On utilise cette distribution pour des événements rares. 11 s’agit pour chaque com-
posante de lois limites bernoulliennes :

i=7 AN
P(zi|2,0) = H (v]2,0) H exp(};,) ﬂz' (A.2)
7j=1

A.1.3 Modeéle multinomial

L’hypothése 'Bayes Naif est la suivante : ni la place, ni I'ordre des mots dans un
texte ne sont porteurs d’information, il y a indépendance pour chacun des mots du texte
vis & vis des mots le précédant conditionnellement & ’événement E. Ainsi, si z; est la
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suite de mots x;1, T2, - » Ti|z;|, pour |z;| = Nje, on note Nijl le nombre d’occurrence
du mot v; dans le texte x; :

t=|w;| j=J
P(zi|z,0) = [ Pwulz.0,za¥u <t) =[] P;." (A.3)
Soit, & un facteur multiplicatif pres, cela est équivalent & prendre en compte explicite-
ment la longueur des documents, en considérant le tirage des mots comme multinomiaux
avec autant de tirages indépendants que de mots; soit :
j=J pNii

P(x;]2,,0) = Nya! H(%) (A.4)
j=t

Cette loi permet de construire des séparations linéaires entre classes.

A.2 Loide ECAS()M(é,ﬂ

Pour rappel, on énonce la propriété a montrer.

Propriété 8 Si on note :
o ticasom = (X hinfi) Yir Mt K L(Bral |Pa) = 325 7k Y1 it K L(Pra| | Pa)
. - Ah 5
o Gji = hie(1 +1log Py) —log [T, Py = 32 hea log(Pji/ i) (A.5)
* dcasom = \/Zi Fil>2 5 Pjiaa%s, — 3251 20, Pinjai Pl Gr 2,05 2:]

Alors, pour min;N;e assez grand, et sous [’hypothése que 6 est le vrai parametre, on a
le résultat de convergence asymptotique en loi :

Ecasom(8, i|D) — icasom ~ N1 (0,1) (A.6)
FeAsom ’

a

Pour la, démonstration de cette propriété, nous proposons le lemme suivant :

Lemme A.2.1
Soit un ensemble de données i.i.d. x;, pour i de 1 a I, et vérifiant les hypothéses de
classe suivantes :

Vi Ak tq. z; ~ X*, ot X* v.a. tq. B(X*®) = B}, et V(X*) =3, (A7)

On note également :

M s’agit de x;; pour rester homogene avec les définitions précédentes



Loi de Ecasom(0, ji|D) 115

. les variables binaires d’attribution des données a leur classe ci,

k — 2oiCik®i

. les moyennes empiriques de classes T S
3 Ci

1

2 )
3. le nombre de réalisations par classe ng =), cik,

4. les fonctions g, de R dans R, et telles que ¢y, = ng($)|$:Ek,
5. une transformation linéaire par les ay, > 0,

Alors, d’aprés les hypothése de classe, on a :

>k aky/k(gk (ZF) — gr(E))

= N1(0,1) (A.8)
\ 2k Gk Dk
Preuve (du lemme)

En effet on a clairement sous les hypotheses :

) Vk gk — By) S N0, %)

S Wk mr(g(@*) — gk(Br) 5 Ni(0, 6T Sihy)

Vvni(g1(z') — g1(Er)) ¢ Z1
(rxx) V2(g2(2?) — g2(E»)) c ¢5 Doy (0)
= : = Nk
: B (0)
VK (9 (z%) — gk (Ek)) Px Tk b
En multipliant par le vecteur (a1,as,---,ax)’, on obtient 1’énoncé du lemme. De
plus, on a noté (*) pour par le TCL, (**) pour par la régle Delta et (***) pour par
indépendance. O

On en déduit la preuve du théoréme précédent :

Preuve (de la propriété)

On fait ’hypothese forte d’identification des vecteurs multinomiaux estimés avec
les vrais (é = 0"), hypothése de test raisonnable pour un assez grand nombre de
documents. On applique alors le lemme précédent sur les moyennes f;;, vues comme
des moyennes de Bernoulli, et le critere comme une somme de fonctions avec le vecteur
de coefficients multiplicateurs a = (v/f1e,v/f2e;***» v/ f1e)! . Il s’agit d’un vecteur non
constant (supposé convergent) ; c’est pourquoi, on justifie finalement la convergence en
loi grace au théoreme de Slustsky. O
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Résumé : Cette thése s’intéresse a I'analyse exploratoire des données multi-
dimensionnelles souvent qualitatives voir textuelles par des modeles particuliers de
carte auto-organisatrice de Kohonen. Il s’agit d’effectuer une classification et une
projection simultanées des lignes ou colonnes d’une matrice de données. Le résultat
de ces méthodes est une réduction sous la forme d’une surface de régression discréte.
Nous étudions plus particulierement les modéles de mélange de lois de probabilités :
les parameétres correspondant aux espérances des vecteurs classés sont contraints
en les placant aux noeuds d’une grille rectangulaire. Aprés une présentation de ces
méthodes, et des algorithmes d’estimation basés sur 'EM (Ezpectation-Mazimization),
nous introduisons essentiellement deux nouvelles approches. La premiere vise a
? généraliser la méthode d’Analyse Factorielle des Correspondances” aux grandes
matrices : l'algorithme CASOM est une classifieur Naif de Bayes contraint en un
TPEM( Topology Preserving EM) pour tableau de contingence. La seconde consiste
en un schéma général d’adaptation des méthodes de segmentation d’image en carte
auto-organisatrice. Pour lillustrer, nous modifions un algorithme de segmentation
par champs moyens, et obtenons un algorithme appellé TNEM. Nous utilisons ces
méthodes pour aider & la navigation dans un corpus textuel. En effet, nous aboutissons
a des critéres et des moyens de représentation objectifs.

Mots-clefs : Cartes auto-organisatrices, mélange de lois de probabilité contraintes,
analyse exploratoire des tableaux de contingences.

Summary : This thesis is concerned with exploratory analysis of multidi-
mensionnel data which are often qualitative to see textual, by particular Kohonen’s
self-organizing map models. The goal is to cluster and project simultaneously lines or
columns of a data matriz. The result of these methods is a reduction in the form of a
discrete surface of regression. We study most precisely mizture models of probabilistic
laws : the parameters corresponding to means of clustered vecteurs are constrained by
setting them at the nodes of a rectangular mesh. After an overview of theses methods,
and the learning algorithms based on EM (Expectation-Mazximization), we introduce
two new approaches. The first one aims at ”generalizing the Correspondence Analysis”
method to big matrices : the CASOM algorithm is a Naive Bayes classifier which
is constrained as a TPEM (Topology Preserving EM) for a contingency table. The
second one consists of mutating image clustering algorithms into map algorithms. As
an illustration, we modify a clustering algorithm based on mean-field, and we get an
algorithm that we name TNEM. We use these methods to help with navigation in a
textual corpus. Indeed, we end to objective criteria and cartographies.

Key-words : Self-organizing maps, mizture of probabilistic constrained laws, ez-
ploratory analysis of contingency tables.



