
HAL Id: tel-00533731
https://theses.hal.science/tel-00533731

Submitted on 8 Nov 2010

HAL is a multi-disciplinary open access
archive for the deposit and dissemination of sci-
entific research documents, whether they are pub-
lished or not. The documents may come from
teaching and research institutions in France or
abroad, or from public or private research centers.

L’archive ouverte pluridisciplinaire HAL, est
destinée au dépôt et à la diffusion de documents
scientifiques de niveau recherche, publiés ou non,
émanant des établissements d’enseignement et de
recherche français ou étrangers, des laboratoires
publics ou privés.

Estimation dynamique non-linéaire de canaux de
transmission pour récepteurs satellites mobiles

Jordi Vilà Valls

To cite this version:
Jordi Vilà Valls. Estimation dynamique non-linéaire de canaux de transmission pour récepteurs satel-
lites mobiles. Traitement du signal et de l’image [eess.SP]. Institut National Polytechnique de Grenoble
- INPG, 2010. Français. �NNT : �. �tel-00533731�

https://theses.hal.science/tel-00533731
https://hal.archives-ouvertes.fr


INSTITUT POLYTECHNIQUE DE GRENOBLE
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dricular el cap de manera cient́ıfica, moltes gràcies pel vostre suport, us dedico aquesta tesi que
representa el final d’una etapa. I en Marc i en Mart́ı, i en Joan i en Roger, de qui segurament
he après moltes coses. I l’avi, el més savi de tots. I evidentment, infinites gràcies a la Clara, qui
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1.2.3.2 Les paramètres . . . . . . . . . . . . . . . . . . . . . . . . . . . . 10
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et 4, et deux valeurs pour la variance du bruit d’observation, σ2

w = 0.001 rad2 et
σ2
w = 0.1 rad2. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 71

3.4 HCRBθ en fonction de la variance du bruit de phase, pour trois facteurs de
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v(t) Bruit d’état
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c Célérité de l’onde radio-électrique
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Introduction

L
e titre de ce document nous indique subtilement tous les ingrédients de la recette élaborée
pendant mes travaux de thèse : estimation, dynamique, non-linéaire, canaux de transmis-

sion et récepteurs satellites mobiles. On peut voir le problème sous deux optiques différentes :
théorique et applicative.

Si l’on cherche le coté théorique, le problème principal que l’on aborde, est l’étude des tech-
niques d’estimation et plus précisément, d’estimation dynamique non-linéaire. C’est-à-dire, on
cherche à estimer des processus, des variables ou des paramètres, dynamiques (aléatoires), qui
agissent sur notre système d’une façon non-linéaire. Sans oublier le côté Bayesién de l’affaire, car
on a une information a priori que l’on veut exploiter. Un des objectifs de cette thèse est de faire
une étude approfondie des méthodes Bayesiénnes de filtrage non-linéaire. Ces dernières années,
les méthodes qui ont connu le plus de succès sont les méthodes de Monte Carlo séquentielles,
dites aussi, méthodes particulaires. Ces méthodes, sont adaptées à des problèmes non-linéaires
et/ou non-Gaussiens. En général, ce sont des méthodes avec des calculs très lourds, et même
pour les nouveaux récepteurs, ces techniques ne sont pas adaptées pour des applications temps
réel. Parallèlement aux méthodes particulaires, une autre famille a été développée, la famille
des méthodes déterministes (dites Sigma-Point), basée sur l’hypothèse de Gaussiannité des den-
sités de probabilité qui interviennent dans la solution optimale. Ces méthodes, basées sur un
échantillonnage déterministe, sont plus simples à régler et ont une faible charge de calcul. Par
rapport aux méthodes particulaires, les méthodes déterministes ont été un peu délaissées dans la
littérature, mais de notre côté on a concentré une partie de nos efforts à l’étude de ces techniques
et l’on a proposé une nouvelle vue d’ensemble. Ces techniques sont tout à fait appropriées pour
résoudre les problèmes de synchronisation, car l’hypothèse Gaussienne est, en général, vérifiée.

Quand on parle d’estimation de canaux de transmission, on fait référence à l’estimation
de tous les paramètres inconnus d’un canal, qui sont nécessaires pour récupérer l’information
utile cachée dans le signal reçu. L’estimation des canaux de transmission est le côté applicatif
des travaux menés dans l’étude présentée. Dans certains cas, on appelle l’étape d’estimation de
canal, synchronisation, car on synchronise l’émetteur et le récepteur.

L’étape d’estimation de canal ou de synchronisation, est présente dans tous les systèmes de
communication, ainsi il faut affiner un peu plus la description du problème, et c’est ici que l’on
introduit les récepteurs satellites mobiles, qui définissent l’application finale des techniques étu-
diées. Les systèmes de communication par satellite, sont aujourd’hui en plein développement. Le
GPS est le seul système de positionnement par satellite complètement opérationnel, mais dans
peu de temps, nous aurons à notre disposition le nouveau système Galileo, conçu directement
pour des applications civiles, avec tout ce que cela implique. Le système Galileo et le nouveau
GPS modifié, utiliseront une nouvelle modulation appelée BOC, plus performante, et les techno-
logies modernes permettront d’implémenter dans les récepteurs, des algorithmes beaucoup plus
sophisitiqués et calculatoirement plus lourds que les méthodes conventionnelles.

Dans les récepteurs satellitaires, la synchronisation consiste à estimer, à partir du signal
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2 INTRODUCTION

reçu, le délai de propagation entre chaque satellite visible, et le récepteur. À partir de ce temps
de propagation, on peut calculer des distances, et à partir de celles-ci, calculer la position du
récepteur. Pour estimer ces délais il faut aussi estimer d’autres paramètres parasites, introduits
par le canal et les mouvements relatifs entre les satellites et le récepteur, comme les décalages
de phase et de fréquence. Si ce que l’on cherche sont des données transmises, on a besoin aussi
des paramètres de synchronisation pour les récupérer correctement.

Un point important, quand on étudie un estimateur, est d’avoir une référence, pour placer
les performances obtenues par rapport aux limites théoriques. Il existe beaucoup des bornes infé-
rieures, mais dans les systèmes de communication, les plus utilisées, sont les bornes de Cramér-
Rao. Dans notre étude, on a consacré une bonne partie de l’effort à calculer les bornes de
Cramér-Rao associées à nos problèmes d’estimation. Celles-ci sont utilisées comme un outil de
comparaison.

En résumé, cette thèse étudie des techniques d’estimation non-linéaire et la mise au point de
méthodes performantes de synchronisation, pour des systèmes de communication par satellite.

Dans le prochain chapitre, on présente d’abord le plan de cette thèse, puis on introduit les
systèmes de communication par satellite et le problème de synchronisation.
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4 CHAPITRE 1. COMMUNICATIONS PAR SATELLITE ET SYNCHRONISATION

L
es systèmes de communication par satellite sont aujourd’hui en plein essor. Le nouveau
système de positionnement par satellite européen, Galileo, sera bientôt opérationnel, avec

tout ce que cela suppose dans le domaine satellite. Les applications qui utilisent les systèmes de
navigation par satellite (dites GNSS pour Global Navigation Satellite Systems) sont de plus en
plus courantes. On a cru intéressant, avant de présenter les méthodes étudiées et les résultats
obtenus dans cette thèse, de faire une présentation de la problématique.

Ce chapitre, propose une vue d’ensemble des systèmes GNSS, du problème de synchronisation
et des concepts de base pour comprendre la suite du document. D’abord, on donne le plan du
document, puis la section 1.2 présente les principes des systèmes GNSS. Dans la section 1.3, on
présente les principes de la synchronisation, et l’on donne un état de l’art des méthodes et bornes
Bayésiennes, appliquées à ce contexte. Avec cela, on fait le point sur ce qui avait déjà été fait,
et les problèmes qui restaient à traiter, en faisant le lien avec les problématiques abordées ici, et
les problèmes que l’on a résolu dans cette thèse. Enfin, on liste les principales contributions et
publications.

1.1 Plan du document

Le présent mémoire contient quatre chapitres principaux et les annexes, où l’on présente les
notions et théories de base pour comprendre le reste du document, et les nouveaux résultats
obtenus pendant cette thèse. Les notations et acronymes utilisés dans ce mémoire, peuvent être
consultés au début du document.

Le Chapitre 1, introduit la problématique et les notions de base pour comprendre le reste du
document. Ce chapitre présente les bases des systèmes GNSS, ainsi qu’une modélisation générale
des communications par satellite. Les systèmes GNSS les plus courants sont le GPS et le Galileo ;
leurs caractéristiques et les particularités des communications par satellite, sont présentées. Pour
finir ce chapitre, les principes de la synchronisation et un état de l’art des méthodes et bornes
Bayésiennes dans ce contexte, sont présentées. Enfin, on présente la motivation de la thèse, les
principales contributions et l’on donne une liste de publications.

Le Chapitre 2, présente les principes de l’estimation Bayésienne optimale et propose une
nouvelle vue d’ensemble des méthodes déterministes. D’abord, on établie la solution optimale
au problème et l’on donne un état de l’art des techniques existantes. Ensuite, on introduit
le filtre de Kalman comme une solution analytique au problème pour des systèmes linéaires et
Gaussiens. Dans le cas général des systèmes non-linéaires, on présente le filtre de Kalman étendu
et les méthodes particulaires. Suite au récent développement des méthodes déterministes (QKF
et CKF) et le manque de synthèse à jour dans la littérature, on donne une synthèse complète
des méthodes déterministes existantes et l’on propose une nouvelle vue d’ensemble. Enfin, on
présente les bornes Bayésiennes, on donne un état de l’art des bornes existantes et la théorie des
bornes de Cramér-Rao.

Les Chapitres 3 et 4, étudient en profondeur le problème de la synchronisation fractionnée.
D’abord, dans le Chapitre 3, un modèle est dérivé, en introduisant le bruit d’observation coloré
dans le modèle d’état. Ensuite, le chapitre présente les bornes de Cramér-Rao, Bayésienne et
hybride, pour le problème d’estimation de phase, et l’estimation conjointe de phase et de décalage
ou“offset”de fréquence, respectivement. Dans le Chapitre 4, les méthodes de filtrage non-linéaire
sont utilisées dans les problèmes d’estimation de phase, et d’estimation conjointe de phase et
d’offset de fréquence. On étudie aussi le problème d’estimation de délai. À la fin du chapitre, le
cas de l’estimation avec des bruits non-Gaussiens est présenté.

Dans le chapitre Commentaires sur les travaux annexes, on introduit les travaux pré-
sentés en annexe (voir plus loin).
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Finalement, on donne les Conclusions et perspectives.

Dans les Annexes, en plus des démonstrations, les calculs détaillés et les algorithmes dé-
terministes, on présente des travaux que l’on a réalisé pendant la thèse mais qui concernent des
cadres d’étude un peu à l’écart de ce que l’on présente dans le corps du manuscrit :

– On présente l’estimation du délai et des gains complexes d’un canal de Rayleigh à variation
lente pour des signaux qui utilisent une modulation à phase continue (CPM), basée sur
un algorithme EM et une méthode de Kalman (annexe G).

– On présente l’utilisation des méthodes déterministes (quadrature et cubature) pour la
localisation d’une cible en utilisant un réseau de capteurs. On propose un système qui utilise
deux types différents de capteurs pour réaliser l’estimation. On compare les résultats à une
méthode particulaire et on montre que les performances avec les méthodes déterministes
sont meilleures (annexe H).

– On présente le couplage des données satellitaires et inertielles ultra-précis pour la localisa-
tion. On propose de nouveau formalisme pour la relation entre l’évolution des paramètres
de synchronisation et les mesures inertielles, et l’on utilise une méthode déterministe (mé-
thode de cubature racine-carrée) pour l’estimation de ces paramètres (annexe I).

1.2 Background

Dans cette section, on présente le fonctionnement des systèmes de communication par satel-
lite, et plus particulièrement, des systèmes GNSS. À partir de cette description on argumente
la nécessité d’une étape de synchronisation dans tout récepteur satellite. Ensuite, on présente
le modèle de signal général concernant ces systèmes et leurs modélisations possibles. Enfin, on
présente brièvement les systèmes GNSS les plus connus et la nouvelle modulation BOC, utilisée
dans les systèmes Galileo.

1.2.1 GNSS : synchronisation et localisation

Les systèmes de communication par satellite ont connu un énorme développement ces der-
nières années et les recherches menées sur ce sujet sont en plein essor. Jusqu’à présent, on n’utilise
que des solutions simples et pas toujours très performantes, pour résoudre des situations cri-
tiques. L’application de techniques plus sophistiquées aux problèmes classiques, pour améliorer
les performances du récepteur, pour résoudre des problèmes plus complexes, ou pour remplacer
les architectures actuelles, est d’actualité.

Le terme GNSS fait référence aux systèmes de localisation basés sur les communications
satellite-terminal. Les systèmes GNSS commerciaux les plus connus sont le GPS, qui opère
depuis plusieurs années, et le nouveau système Galileo, en plein dévelopement et mis au point,
pour sa mise en service dans les années qui viennent. Les systèmes GNSS reposent tous sur
le même principe de fonctionnement, une constellation de satellites autour de la Terre, qui
émettent leur position précise dans l’espace vers toutes les zones visibles. Le principe est le
calcul de la position à partir des distances entre le récepteur et plusieurs satellites visibles, en
utilisant un algorithme de triangulation. Cet algorithme combine les mesures de distance avec
les informations de position de chacun des satellites, diffusées dans leurs signaux. Intuitivement,
on peut penser que l’on peut déterminer la position si l’on connâıt la distance entre le récepteur
et trois satellites (fig. 1.1). Cependant, le récepteur n’a pas l’heure exacte et donc, le calcul
de la position comporte une quatrième inconnue de temps, qui ne peut être résolue que par la
donnée d’un quatrième satellite. Alors pour déterminer la position du récepteur on a besoin,
au moins, de quatre satellites visibles. En pratique, le récepteur utilise plus de 4 satellites, car
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Fig. 1.1 – Méthode de triangulation pour déterminer la position du récepteur (Copyright
www.sxbluegps.com)

le problème réel comporte en plus de ces 4 inconnues, plusieurs corrections : les distances sont
estimées à partir du signal reçu, en estimant les temps de propagation entre le récepteur et
les satellites (appelés dans la suite délais). Pour estimer ces temps, il faut estimer d’autres
paramètres parasites introduits par le canal et les mouvements relatifs entre les satellites et
le récepteur, comme les décalages de phase et de fréquence. L’estimation de ces paramètres
ne peut pas être découplée de l’estimation du délai, car l’estimation de celui-ci sans prendre
en compte la phase ou les effets Doppler, peut être très mauvaise. Ce procédé d’estimation
s’appelle synchronisation, car on estime des paramètres du signal reçu qui nous permettent de
synchroniser émetteur et récepteur. En communications numériques, l’estimation des décalages
de phase s’appelle récupération de porteuse et l’estimation du délai récupération de rythme.

Le signal émis par le satellite est un signal modulé (haute fréquence). Le récepteur obtient
les deux composantes (I & Q) du signal en bande de base en effectuant une démodulation
cohérente. La fréquence et la phase de la porteuse utilisée par le récepteur, doivent être calées
sur celles du signal reçu, à la déformation du canal près. Lorsque ce n’est pas le cas, et que
l’on a une phase différente de celle de la porteuse, cela introduit des interférences entre la voie
en phase et la voie en quadrature. Si le récepteur est mobile, on a en plus du déphasage, des
décalages de fréquence, appelés décalages Doppler. Si l’on a une mauvaise estimation du rythme,
on a une augmentation de l’interférence entre symboles. Dans les problèmes de communications
numériques, on cherche à estimer le délai, la phase et les décalages de fréquence, pour bien
estimer les symboles d’information. Par contre, dans les systèmes GNSS, l’estimation du délai
est l’objectif en soi. Dans les deux cas, l’étape de synchronisation est la même. On peut conclure
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que l’étape de synchronisation est nécessaire dans tous les récepteurs satellites, tant si l’on
cherche à connâıtre la position du récepteur que si l’on veut retrouver des données utiles.

D’après ce que l’on a vu, on peut dire qu’un système GNSS est composé de deux étapes (fig.
1.2) : synchronisation et localisation.

Position

SoftwareHardware

Synchronisation
Localisation

Algorithme
τ(t); φ(t)

ρ(t)

Fig. 1.2 – Structure d’un récepteur GNSS

Dans cette thèse on s’intéresse à l’étape de synchronisation, qui est le point critique du
récepteur. Une meilleure estimation des paramètres de synchronisation implique une meilleure
performance des algorithmes de localisation.

1.2.2 GPS, GLONASS et Galileo

Actuellement, il existe plusieurs systèmes GNSS : les plus connus sont le système américain
GPS, le système russe GLONASS et le système européen Galileo. Dans la suite, on fait une brève
introduction à ces trois systèmes GNSS.

GPS : Le Global Positioning System (GPS) opère depuis l’année 1993. Le GPS est le seul
système GNSS complètement opérationnel. Ce système utilise 24 satellites distribués sur 6 orbites
avec un rayon de 26560 km, inclinés de 55̊ par rapport à l’équateur. Le système GPS utilise
trois bandes de fréquences dans la bande L du spectre : L1 centrée sur 1575.42 MHz, L2 centrée
sur 1227.60 MHz et L5 centrée sur 1176.45 MHz. Il existe deux autres bandes de fréquences, L3
et L4, utilisées seulement dans des applications militaires.

Les signaux GPS existants, utilisent une modulation BPSK, associée à des codes PRN
(pseudo random noise), mais dans les nouvelles améliorations, l’utilisation de la modulation
BOC est envisagé [Kapl 06]. La connaissance des codes PRN (codes d’étalement) permet un
multiplexage à division par code. Le signal généré par un satellite GPS particulier, peut être
sélectionné en corrélant la séquence PRN pour ce satellite avec le signal reçu.

GLONASS : Le système russe de navigation par satellite GLONASS (GLObalnaya Naviga-
sionnay Sputnikovaya Sistema), a été créé en 1982, et sera complètement opérationnel en 2010.
Ce système est composé de 24 satellites distribués uniformément sur 3 orbites, inclinées de 64.8̊
par rapport à l’équateur, et avec un rayon de 25510 km. GLONASS utilise un multiplexage en
fréquence (FDMA) mais utilise encore des codes PRN. Ce système opère aussi dans la bande
L du spectre, sur 3 bandes, centrées sur 1602 MHz (G1), 1246 MHz (G2) et 1204.704 MHz
(G3). Les récepteurs sont similaires aux récepteurs GPS, et l’on trouve beaucoup de travaux qui
essaient de combiner ce systèmes avec les autres sytèmes GNSS pour améliorer les performances
[Grew 07].
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Galileo : Galileo est le nouveau système européen de navigation et de positionnement par
satellite. Ce système est le premier conçu spécifiquement à des fins civiles, et deviendra une
alternative au monopole que détiennent actuellement les États-Unis avec le GPS. Galileo aura
une constellation de 30 satellites (fig. 1.3), répartis en trois orbites inclinés de 56̊ par rapport
à l’équateur [Kapl 06]. Le programme Galileo a trois phases distinctes : définition, validation et
mise en service. La première phase a été achevée en 2003, et toutes les spécifications basiques
du système ont été fixées. Le premier satellite de la phase de validation a été envoyé en 2005, le
GIOVE-A. Aujourd’hui il y a deux autres satellites de la phase de validation en orbite, GIOVE-
B et GIOVE-A2, qui servent à tester les signaux Galileo dans l’environnement réel. L’envoi
de satellites complétement opérationels est prévue pour 2013. En juin 2009, le premier contrat
entre l’Agence Spatiale Européenne (ESA) et l’entreprise Arianespace pour l’envoi des 4 premiers
satellites Galileo opérationnels, a été signé.

Les signaux Galileo sont émis, comme dans le GPS et le GLONASS, dans la bande L. Cinq
fréquences porteuses ont été définies : 1575.420 MHz (E1), 1278.75 MHz (E6), 1207.14 MHz
(E5b), 1191.795 MHz (E5) et 1176.45 MHz (E5a). Galileo utilise des signaux à spectre étalé
modulés en utilisant la modulation BOC. On trouve toutes les spécifiactions du système Galileo
dans [ESA 08].

Fig. 1.3 – Constellation des satellites Galileo (Copyright ESA)

1.2.3 Modélisation

On présente ici le modèle de signal général pour des systèmes satellite, on modélise les
différents paramètres qui interviennent dans le modèle, on montre l’influence du délai sur les
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décalages de phase et de fréquence. Enfin, on argumente les conditions de transmission à faible
rapport signal sur bruit dans les systèmes satellitaires.

1.2.3.1 Le signal

Les systèmes de communication par satellite utilisent un signal à étalement de spectre par
séquence directe (DS-SS). Cette technique rend possible une transmission à accès multiple par
répartition en code (CDMA). Le signal émis par chaque satellite est composé d’une composante
en phase sI(t) et d’une autre en quadrature sQ(t). Ce deux composantes ont la même structure,
et le signal en bande de base s’écrit

sT (t) = sI(t) + isQ(t) (1.1)

avec la structure des voies en phase et quadrature suivante

sI(t) =
√

2P

Nd∑

n=1

dI,n

Nc∑

u=1

La∑

m=1

aI,m p(t− nT − uLaTc −mTc) (1.2)

où l’on définit : P la puissance émise, dI,n ∈ {−1, 1} la séquence de données émise, avec période
T et taille Nd, aI,m ∈ {−1, 1} est le code d’étalement, de longueur La chips et période Tc, et Nc

est le nombre de codes par bit de donnés. p(t) est la mise en forme par chip.
Le signal émis passe à travers le canal de transmission (chemin entre l’émetteur et le récep-

teur) et subit des modifications dues à ce canal. Plus précisément, le canal introduit sur le signal
émis un retard et un déphasage, et modifie son amplitude. Le récepteur peut recevoir plusieurs
versions du signal émis due à de multiples réflexions (NLOS), en plus du signal direct (LOSS).
Ce canal peut être modélisé à partir d’une réponse impulsionelle équivalente en bande de base

h(t, τ) =

Ms−1∑

m=0

ρm(t)eiθm(t)δ(τ − τm(t)) (1.3)

où Ms est le nombre de trajets, ρm(t), θm(t) et τm(t), sont respectivement, amplitude réelle,
phase et délai du m-ème trajet.

Finalement, si l’on considère le signal direct (LOSS) reçu, provenant d’un satellite, son ex-
pression en bande de base est

r(t) = ρ(t)eiθ(t)sT (t− τ(t)) + n(t) (1.4)

avec n(t) un bruit Gaussien additif et blanc (AWGN).
Si le signal reçu au récepteur, passe à travers un filtre adapté à la mise en forme chip, en

considèrant que l’on a transmis seulement de l’information sur la voie I, on a

y(t) = ρ(t)eiθ(t))sI(t− τ(t)) ∗ p∗(−t) + b(t) (1.5)

avec b(t), le bruit AWGN filtré,

y(t) =
√

2P

Nd∑

n=1

dn

Nc∑

u=1

La∑

m=1

ρ(t)amp(t− nT − uLaTc −mTc − τ(t))eiθ(t) ∗ p∗(−t) + b(t) (1.6)

Dans la suite on fait quelques simplifications pour étudier ce signal. Le modèle que l’on
présente sera le modèle que l’on traitera tout au long de cette dissertation. Si l’on ne considère
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pas les données émises, on suppose que le code et la mise en forme sont normalisés, et l’on a un
seul code, le signal complexe résultant est

y(t) = Tc

La∑

m=1

ρ(t)amp(t−mTc − τ(t))eiθ(t) ∗ p∗(−t) + b(t) (1.7)

La tendance des récepteurs modernes est de travailler en numérique au plus proche de l’an-
tenne. Les techniques analogiques ne sont plus d’actualité, et les algorithmes opèrent toujours
sur le signal discret. On présentera en détail la modélisation discrète dans le chapitre 3.

1.2.3.2 Les paramètres

Une fois que l’on a le modèle de signal, il nous faut modéliser les paramètres à estimer, pour
mettre au point les algorithmes d’estimation. Certains paramètres peuvent être considérés dé-
terministes et d’autres aléatoires. Si l’on connâıt les caractéristiques statistiques des paramètres
de synchronisation, on peut utiliser une solution de filtrage optimal.

Caractérisation des paramètres du canal. On doit caractériser les paramètres suivants :
les délais, les décalages de phase et de fréquence, et les amplitudes. La littérature propose
différentes modélisations de ces paramètres, qui dans certains cas, pourront être vus comme des
réalisations de variables aléatoires avec leur densités de probabilité associées. On peut supposer
que le délai est constant par morceau [Nee 94], donc constant dans la fenêtre d’observation, mais
on peut aussi trouver exactement comment varie le délai, en calculant les relations géométriques
du mouvement entre le satellite et le récepteur. On peut supposer que les amplitudes sont
distribuées selon une loi de Rice ou une loi de Rayleigh, selon que l’on a une vue directe ou
non [Proa 00], mais on peut aussi supposer que les amplitudes sont constantes dans certains cas,
sur des courtes périodes (modèles déterministes). Normalement, on considère que la phase du
signal reçu est distribuée uniformément [Jake 74] ou suivant un mouvement Brownien [Ambl 03].
Souvent, les propriétés statistiques des paramètres de synchronisation peuvent être supposées
constantes pendant un intervalle de temps suffisamment long, et il est standard de supposer un
canal stationnaire au sens large [Jake 74].

Effet Doppler : influence du délai dans les décalages de phase et fréquence. L’effet
Doppler, produit un décalage fréquentiel, et apparâıt quand il existe un mouvement relatif entre
l’émetteur et le récepteur, ou ce qui est équivalent, quand on a un canal avec un délai variant
dans le temps. Si l’on considère le signal en bande portée (ou haute fréquence (HF)) émis par
un satellite ℜe

{
sT (t)ei2πfct

}
, le signal reçu réel, avec un seul trajet (LOSS) et sans bruit, peut

être écrit comme

rHF (t) = ℜe
{
ρ(t)sT (t− τ(t))ei2πfc(t−τ(t))

}
= ℜe

{
sB(t)ei2πfct

}
(1.8)

où fc est la fréquence porteuse et sB(t) est le signal complexe reçu en bande de base

sB(t) = ρ(t)sT (t− τ(t))e−i2πfcτ(t) (1.9)

Si l’on prend le développement de Taylor au premier ordre du délai, autour de l’instant
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arbitraire t0

τ(t) ≈ τ(t0) + ∂τ(t)
∂t

∣∣∣
t=t0

(t− t0)

= τ(t0) + ∂τ(t)
∂t

∣∣∣
t=t0

t− ∂τ(t)
∂t

∣∣∣
t=t0

t0

(1.10)

on a

e−i2πfcτ(t) ≈ e
−i2πfc

∂τ(t)
∂t

˛

˛

˛

t=t0
t−i2πfc

„

τ(t0)− ∂τ(t)
∂t

˛

˛

˛

t=t0
t0

«

= ei2πfdt+ψ

(1.11)

où

fd = −fc ∂τ(t)
∂t

∣∣∣
t=t0

ψ = −i2πfc
(
τ(t0) − ∂τ(t)

∂t

∣∣∣
t=t0

t0

) (1.12)

sont le décalage Doppler et la variation de phase constante à cause du délai variant uniformément
dans le temps. Ce décalage de phase constant se rajoutera aux décalages de phase θ(t), dues à
d’autres phénomènes. Le décalage Doppler maximal dépend de la vitesse radiale entre le satellite
et le récepteur, et de la fréquence porteuse. Dans les applications de localisation par satellite, le
décalage Doppler maximal est de ±12 kHz [Clos 09a].

1.2.3.3 Communications à faible SNR

Les communications par satellite ont des canaux de transmission avec des conditions difficiles
et la puissance émise par le satellite est bornée par des raisons technologiques. Normalement, on
travaille à de très bas SNR, en reportant les difficultés au niveau du récepteur. Il y a plusieurs
causes qui font que la réception du signal est difficile : le bruit introduit par le canal et celui
introduit par le “front-end” radiofréquence, les pertes de propagation entre le satellite et le
récepteur et l’atténuation atmosphérique. Dans [Fern 05], on trouve un calcul détaillée du rapport
signal sur bruit , qui est pour les systèmes GNSS, dans le pire des cas d’environ SNR = −20
dB (le signal est alors satellite est complétement caché dans le bruit.

1.2.4 Modulation BOC

La modulation BOC, pour Binary Offset Carrier, est la nouvelle modulation qui est utilisée
par le système Galileo. Un signal modulé BOC est formé d’un code, de période Tc à valeurs dans
{−1, 1}, modulé par un signal carré de fréquence fs ≥ 1

Tc
. En général, on a un signal du type :

xBOC(t) = x(t)sign(sin(2πfst)) (1.13)

où x(t) est le code, et le sign(sin(·)) est le signal carré qui module le code. La modulation par un
signal carré, à l’effet de couper le lobe principal du spectre du code, en deux lobes centrés à ±fs
de la fréquence centrale. L’objectif est d’obtenir un spectre qui interfère le moins possible avec
le spectre GPS, qui utilise une modulation BPSK, et dont le lobe principal est sur la fréquence
centrale.

On note BOC(n,m) ou BOC(fs, rc), la mise en forme BOC, de longueur Tc, où les valeurs
n et m nous indiquent la relation entre la fréquence du signal carré et celle du code. On définit
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Fig. 1.4 – Fonctions d’autocorrélation BPSK, BOC(1,1), BOC(10,5) et BOC(15,2.5)

n = fs

β , m = 1/Tc

β et rc = 1
Tc

, où β = 1.023 MHz est un facteur de normalisation. Si l’on définit
la fonction porte de longueur T , ΠT (t), de la façon suivante

ΠT (t) =

{
1 si t ∈ [0, T )
0 autrement

(1.14)

on peut écrire l’équation de la mise en forme BOC

BOC(n,m) =

(n/m)−1∑

i=0

(
ΠTs/2(t− iTs) − ΠTs/2(t−

Ts
2

− iTs)

)
(1.15)

avec Ts = 1/fs.
On montre dans la figure 1.4, les fonctions d’autocorrélation pour une mise en forme BPSK,

une BOC(1, 1) où fs = rc, une BOC(10, 5) où fs = 2rc et une BOC(15, 2.5) où fs = 6rc. Plus
l’écart entre les deux fréquences est grand, plus l’écart entre les deux lobes principaux est grand,
mais plus on a d’énergie sur les lobes secondaires. Selon la largeur de bande de Gabor [Gabo 46],
plus on a de l’énergie loin de la fréquence centrale, meilleure est l’estimation que l’on est capable
de faire [Fern 05]. On peut voir que plus l’écart entre la fréquence fs et le débit chip est grand,
plus le pic central de la fonction de corrélation est étroit. Dans le cas d’estimation de délai, on
peut voir intuitivement que l’estimation sera meilleure avec la fonction BOC qu’avec une mise
en forme BPSK, car le pic de la fonction d’autocorrélation est plus étroit.

Dans la figure 1.5, on peut voir les spectres correspondant aux fonctions d’autocorrélation de
la figure 1.4. La modulation BOC est réputée plus robuste aux trajets multiples, et en général
plus performante pour la synchronisation que la modulation BPSK, qui est celle qui est utilisée
dans les systèmes GPS classiques [Fern 05].
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Fig. 1.5 – Spectres des fonctions BPSK, BOC(1,1), BOC(10,5) et BOC(15,2.5)

1.3 Synchronisation en GNSS

Dans cette section, on présente les principes de base liés aux problèmes de synchronisation, et
en particulier, l’application aux récepteurs GNSS. On donne aussi un état de l’art des techniques
Bayesiénnes pour la synchronisation, ainsi que des bornes associées à ces problèmes. L’objectif
est de relier les méthodes de filtrage optimal et les bornes Bayésiennes aux problèmes de syn-
chronisation. Avec cela, on fait le lien avec ce qui était déjà fait, et les nouveaux problèmes que
l’on a traité dans cette thèse.

1.3.1 Principes

Actuellement, les récepteurs sont de plus en plus numériques, et ce que l’on essaye est de
pousser, le plus possible, la frontière analogique/numérique vers l’antenne. Lorsque l’étape de
synchronisation est dans la partie numérique du récepteur, on fait face à un problème de syn-
chronisation numérique. Le concept numérique, implique que l’on peut opérer seulement sur le
signal numérique, qui est composé d’échantillons prélevés du signal analogique à un certain taux
d’échantillonnage fixé.

Le procédé de synchronisation a pour objectif l’estimation des paramètres de synchronisa-
tion : délai, phase de la porteuse et décalage Doppler (ou décalage de fréquence porteuse de
manière générale), pour chacun des satellites visibles. De manière générale, les méthodes clas-
siques basées sur des boucles numériques, séparent le procédé en deux étapes : acquisition et
poursuite. Dans la première étape, on fait une estimation grossière des paramètres de synchro-
nisation, et dans la deuxième on essaie d’affiner leur estimation et poursuivre leur évolution.
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Acquisition ou estimation grossière. L’étape d’acquisition est l’étape préliminaire qui a
pour objectif de faire une estimation grossière des paramètres de synchronisation. Dans un
premier temps le récepteur détecte le nombre de satellites visibles en faisant la corrélation du
signal reçu par les différents codes d’étalement. Le récepteur fait cette corrélation en déplaçant
le code en temps et en fréquence pour couvrir tout l’espace des délais et décalages Doppler
possibles. Le résultat est un plan bidimensionnel, dont le maximum nous donne une première
estimation du délai et de la fréquence Doppler du satellite analysé [Clos 09a]. Pour détecter un
satellite, le pic de corrélation doit dépasser un certain seuil au-dessus du niveau de bruit. Ce seuil
est fixé par rapport à la probabilité de fausse alarme désirée. Cette étape peut être vue comme
l’étape de convergence initiale dans le procédé d’estimation. Une fois que l’on a une première
estimation des paramètres on peut mettre en place d’autres techniques pour affiner l’estimation.

Poursuite et estimation fine. L’étape de poursuite a pour objectif de poursuivre les para-
mètres de synchronisation, délai, phase de la porteuse et décalage Doppler, et de donner une
estimation la plus précise possible de ces paramètres. Les méthodes classiques de poursuite des
paramètres de synchronisation sont basées sur les boucles [Meng 97], qui cherchent à affiner
l’estimation et poursuivre l’évolution des paramètres de synchronisation. Parmi les boucles les
plus utilisées, on trouve les boucles à verrouillage de délai (DLLs), les boucles à verrouillage de
phase (PLLs) et les boucles à verrouillage de fréquence (FLLs), pour l’estimation, respective-
ment, du délai, de la phase et des décalages Doppler. Dans les récepteurs actuels, on implémente
des versions numériques des boucles.

Les boucles peuvent découler d’une implémentation récursive approchée de l’estimateur de
maximum de vraisemblance (ML). On peut écrire l’estimateur ML d’une façon générale

[τ̂ , φ̂, f̂d] = arg max
τ,φ,fd

∆(τ, φ, fd) (1.16)

où ∆(τ, φ, fd) est la fonction de vraisemblance de l’observation, dont le maximum nous donne
les estimés des paramètres de synchronisation.

Le principe acquisition/poursuite a un sens si l’on considère des méthodes basées sur des
boucles ou des méthodes adaptatives, car on a besoin d’une première étape de convergence
de l’algorithme et d’une étape de poursuite qui est différente. Dans le cas où l’on utilise des
méthodes de filtrage optimal, la différence entre ces deux étapes est beaucoup plus vague, car
c’est le même algorithme qui converge vers la valeur à estimer dans l’initialisation et s’adapte à
son évolution dans la suite.

Les algorithmes de synchronisation peuvent être classifiés, généralement, en deux catégories :
– Supervisés (DA : ”data-aided”) : on suppose une séquence d’apprentissage connue.
– Aveugles (NDA : ”non-data-aided”) : les estimateurs supposent qu’on n’a pas de séquence

d’apprentissage.

1.3.2 État de l’art

Du fait que les systèmes GNSS ont été beaucoup moins étudiés que les systèmes radiomobiles,
on trouve moins de contributions consacrées à l’étude de la synchronisation dans ces sytèmes
que dans les autres, mais les techniques de base sont les mêmes. Pour les méthodes classiques
de synchronisation dans le contexte des communications numériques, deux livres font référence
dans le domaine [Meng 97, Meyr 98].
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Méthodes classiques . Les techniques classiques, sont celles basées sur l’optimisation du
critère ML. L’implémentation pratique de cette solution repose sur des boucles numériques. Les
DLL, PLL et FLL sont la base de tous les systèmes de synchronisation classiques.

Un problème qui cause une dégradation importante des performances dans les systèmes GNSS
est le problème des trajets multiples, qui introduit un biais dans l’estimation des paramètres de
synchronisation. Le phénomène de trajets multiples complique le problème de synchronisation,
car on doit estimer un ensemble de paramètres pour chaque trajet. Les récepteurs standards dans
des systèmes à spectre étalé, utilisent les DLLs au temps chip pour estimer le délai [Irsi 03], mais
cette solution obtient des performances très pauvres si l’on a un modèle à trajets multiples. Plu-
sieurs techniques basées sur les DLL ont été proposées pour résoudre ce problème, par exemple,
le Narrowband Correlator, le Pulse Aperture Correlator, ou de multiples versions de la méthode
Early/Late [Simo 07]. D’autres techniques plus performantes ont aussi été proposées, comme
le Multipath Estimation DLL (MEDLL) [Nee 94]. On trouve une comparaison des techniques
basées sur les DLL et une solution ML dans [Lent 06].

On trouve aussi plusieurs contributions qui cherchent à améliorer les performances des mé-
thodes de synchronisation, en utilisant la diversité spatiale avec des traitements multiantenne
[Seco 00, Fern 05].

Méthodes Bayésiennes. L’alternative aux solutions classiques et leurs variantes est venue
des techniques de filtrage Bayésiennes (qui prennent en compte des informations a priori sur les
paramètres) et de leur développement dans les dernières années. La technique la plus utilisée a
été le filtrage particulaire (PF). Parmi de nombreux exemples, citons [Gire 04], où on trouve une
version Rao-Blackwellisée du PF pour intégrer des données GPS et des systèmes inertiels. Le PF
a été proposé pour les problèmes de synchronisation dans un canal GNSS à trajets multiples,
par Closas [Clos 06] et Giremus [Gire 07] avec des points de vue différents. Récemment, de
nombreuses contributions qui utilisent différentes versions du PF pour estimer les paramètres
de plusieurs trajets, sont apparues [Clos 08, Lent 08, Krac 08, Clos 09b].

Les méthodes Bayésiennes que l’on trouve dans la littérature, considèrent le problème d’es-
timation des paramètres de synchronisation, mais en général ne tiennent pas compte du fait que
normalement on a un signal sur-échantillonné. En général, les méthodes proposées considèrent
des bruits AWGN et des signaux stationnaires. Dans nos travaux, on a consideré l’estimation

des paramètres de synchronisation , en utilisant un signal sur-échantillonné, avec un

bruit Gaussien mais coloré, et une séquence avec une puissance non-stationnaire

due au filtrage adapté en réception et au sur-échantillonnage.

La solution particulaire pour des problèmes d’estimation des canaux de transmission et
synchronisation, a été étudiée pour d’autres systèmes de communication, que ceux par satellite,
voir par exemple [Sale 02, Bert 03, Lee 05]. Dans nos travaux, on a étudié aussi l’utilisation des
méthodes particulaires pour le problème d’estimation de phase en utilisant des bruits

non-Gaussiens.

Le problème des méthodes particulaires est qu’elles ont un coût calculatoire très élévé, et
l’implémentation dans des systèmes embarqués ou l’utilisation pour des applications temps réel
n’est pas possible. En plus, ces méthodes sont difficiles à contrôler, car il y a des paramètres qui
doivent être choisis d’une façon empirique, et un mauvais choix peut avoir un impact énorme
sur les performances.

Une alternative possible aux méthodes de filtrage particulaire réside dans les méthodes dé-
terminises, dites Sigma-Point. Cette famille inclut le Unscented Kalman Filter (UKF) [Juli 00],
le Central Difference Kalman Filter (CDKF) [Ito 00, Norg 00], le Quadrature Kalman Filter
[Ito 00, Aras 07] et le Cubature Kalman Filter [Aras 09]. L’avantage de ces méthodes est que
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les échantillons déterministes peuvent être calculés a priori, et le coût calculatoire est faible. On
peut les implémenter sur des applications temps réel et, selon les conditions, les performances
peuvent être meilleures qu’en utilisant des méthodes particulaires. Les méthodes déterministes
(surtout le UKF) ont été utilisées pour la synchronisation dans beaucoup de systèmes, par
exemple pour l’estimation de canal et délai dans des communications CDMA [Kim 09], pour
le MIMO-OFDM [Kim 06] ou dans beaucoup d’applications de poursuite de cibles et réseaux
de capteurs [Verc 05, Lei 07, Zhan 08]. On peut aussi coupler les méthodes déterministes et les
méthodes particulaires pour traiter des problèmes plus complexes [Huer 09]. Dans le contexte
des communications par satellite, on trouve quelques contributions qui utilisent le UKF dans
des systèmes qui fusionnent le GPS avec des mesures inertielles [Cras 06, Reza 07, Li 08]. Mais
à notre connaissance il n’existe aucune application des méthodes déterministes pour la syn-
chronisation dans le cas d’un système Galileo, et les travaux qui utilisent ces méthodes pour la
synchronisation dans les systèmes GPS, sont très limités, et envisagent seulement l’utilisation
des premières techniques déterministes, c’est-à-dire l’UKF et le CDKF.

Dans nos travaux, on a étudié les méthodes déterministes et l’on a proposé une nouvelle

vue d’ensemble . On a utilisé ces méthodes, et surtout les approches quadrature et cubature ,
pour la synchronisation en Galileo.

Bornes pour la synchronisation. Ces dernières années, un énorme travail a été consacré à
l’étude des bornes, classiques et Bayésiennes, pour les problèmes de synchronisation. La plupart
des travaux considèrent la famille des bornes de Cramér-Rao.

Dans le contexte d’estimation de phase, Rife et al. [Rife 74] et Cowley [Cowl 96], ont éta-
bli l’expression de la CRB, pour l’estimation de phase constante, dans le cas supervisé (DA), et
aveugle (NDA), respectivement, pour une modulation PSK. Dans [Rice 01], Rice et al. ont déter-
miné la CRB pour l’estimation de phase pour les systèmes qui utilisent des modulations QAM,
et Noels et al. [Noel 03], ont établi la CRB pour des systèmes avec des codes supervisés (CA).
Bay et al., ont établi la BCRB et la ABCRB pour l’estimation de phase aléatoire [Bay 08b], et la
borne hybride [Bay 08a] pour le même problème, avec un offset de fréquence. On trouve d’autres
contributions à l’étude des bornes pour l’estimation de phase dans [Moen 94, Moen 98, Tava 04]

Un autre problème intéressant est l’estimation des décalages en fréquence (décalages Dop-
pler). Dans [Gini 00, Ghog 01] on trouve la dérivation des bornes CRB dans ce contexte. Atallah
et al. [Atal 04] et Renaux [Rena 07, Rena 08], ont récemment établi la borne de Chapman-
Robbins et la WWB pour ce problème.

Un autre cas d’intérêt, est l’estimation des gains complexes, amplitude et phase. Citons
[Hija 09], sur l’étude des bornes de Cramér-Rao pour l’estimation des gains complexes d’un
canal de Rayleigh, dans un contexte OFDM.

On trouve aussi beaucoup de travaux sur les CRB pour l’estimation de délai dans différents
contextes. Tavares et al. [Tava 06], ont dérivé la CRB pour l’estimation de délai, en considérant
la phase comme un paramètre parasite et Noels et al., ont dérivé une borne pour l’estimation de
délai avec phase et fréquence inconnues [Noel 04b]. On trouve d’autres bornes pour l’estimation
de délai pour la synchronisation dans [Berg 03, Riba 01, Riba 04, Naya 06]

Normalement on cherche à faire une estimation conjointe des différents paramètres de syn-
chronisation, et dans ce cas on cherche les bornes minimales d’estimation conjointe conjointe de
délai et phase, ou délai et fréquence. Dans [Jian 00] and [Jian 03], on trouve des CRB pour l’es-
timation conjointe de phase et délai. Noels et al. [Noel 04a] ont dérivé la CRB pour l’estimation
conjointe de phase et fréquence pour des signaux PSK et pour de communications“pilot-assisted”
[Noel 05], et Rice [Rice 06] l’a fait pour des communications “burst”.

Dans [DAnd 94], la borne de Cramér-Rao modifiée (MCRB) a été déterminé pour les pro-
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blèmes de synchronisation, et Alberty [Albe 95], a présenté une interprétation fréquentielle de la
CRB pour l’estimation conjointe de phase et délai. Une expression de la CRB pour l’estimation
conjointe de délai, phase et décalage en fréquence pour des systèmes GNSS est donnée dans
[Clos 09c].

Les bornes que l’on trouve dans la littérature pour l’estimation de phase et offset de fré-
quence, considèrent normalement un échantillonnage au temps symbole, des bruits blancs et
des séquences symbole à puissance stationnaire. Dans cette thèse, on s’est intéressé au calcul

des bornes dans des systèmes sur-échantillonnés, avec bruit d’observation coloré et

séquence à puissance non-stationnaire.

1.4 Contributions et publications

Dans cette section, on liste les principales contributions de cette thèse et les publications
liées aux travaux réalisés.

1.4.1 Principales contributions

On liste les principales contributions de cette thèse :

– Modélisation pour la synchronisation fractionnée, qui permet d’estimer les paramètres de
synchronisation, et prendre en compte le bruit d’observation coloré après filtrage adapté.

– Calcul des bornes de Cramér-Rao pour la synchronisation fractionnée, en considérant des
bruits colorés et une séquence à puissance non-stationnaire : borne pour l’estimation de
phase et borne pour l’estimation conjointe de phase et d’offset de fréquence.

– Étude des méthodes de Kalman pour la synchronisation fractionnée dans les systèmes
GNSS, qui utilisent des fonctions de mise en forme avec un grand excès de bande. On
considère des bruit colorés et des séquences (après sur-échantillonnage) à puissance non-
stationnaire.

– Étude d’une approche hybride pour l’estimation conjointe de phase et de délai. On pro-
pose une solution itérative ensemble avec une méthode de Kalman pour résoudre cette
problèmatique.

– Utilisation des méthodes particulaires pour l’estimation de phase, dans le cadre des bruits
Gaussiens et non-Gaussiens.

– Nouvelle vue d’ensemble et synthèse à jour des méthodes déterministes, ainsi que leur
application à la synchronisation en Galileo.

– Nouvelle formulation du problème d’intégration ultra-précis GNSS/INS et utilisation d’une
approche cubature pour résoudre le problème d’estimation.

– Étude d’un problème de localisation basé sur un réseau hétérogène de capteurs et utilisa-
tion des méthodes déterministes comme outils d’estimation.

– Étude de l’estimation conjointe du délai et des gains complexes d’un canal de Rayleigh
à variation lente, pour des signaux qui utilisent une modulation à phase continue. La
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méthode proposée utilise la méthode EM couplé avec un lisseur de Kalman.

1.4.2 Liste de publications

Ci-dessous, sont citées les publications liées aux travaux réalisés par l’auteur dans le cadre
de sa thèse, préparé au sein du laboratoire GIPSA-Lab, Grenoble, France.

– Journaux
[Vila 10] J. Vilà–Valls, J.-M. Brossier et L. Ros, ”Oversampled phase tracking in digital
communications with large excess bandwidth”, Signal Processing, vol. 90, issue 3, pp. 821–
833, Mars 2010.

[−] H. Abeida, J. Vilà–Valls, J.-M. Brossier et L. Ros, ”An EM algorithm for path delay
and complex gain estimation of slowly varying fading channel for CPM signals”, en cours
de rédaction.

[−] C. Fernández–Prades, P. Closas et J. Vilà–Valls, ”Ultra-tight GNSS/INS integration”,
en cours de rédaction.

[−] J. Vilà-Valls, J.-M. Brossier et L. Ros, ”Nonlinear filtering for joint oversampled carrier
and time-delay synchronization”, en cours de rédaction.

– Conférence
[Fern 10a] C. Fernández–Prades, P. Closas et J. Vilà–Valls, ”Nonlinear filtering for ultra-
tight GNSS/INS integration”, Accepté à the IEEE International Conference on Commu-
nications, ICC 2010, Cape Town, South Africa, May 2010.

[Fern 10b] C. Fernández–Prades et J. Vilà–Valls, ”Bayesian nonlinear filtering using qua-
drature and cubature rules applied to sensor data fusion for positioning”, Accepté à the
IEEE International Conference on Communications, ICC 2010, Cape Town, South Africa,
May 2010.

[Abei 09] H. Abeida, J.-M. Brossier, L. Ros et J. Vilà–Valls, ”An EM algorithm for path
delay and complex gain estimation of slowly varying fading channel for CPM signals”, Proc.
of the IEEE Global Communications Conference, Globecom 2009, Hawaii, USA, December
2009.

[Vila 09b] J. Vilà–Valls, J.-M. Brossier et L. Ros, ”On-line hybrid Cramér-Rao bound for
oversampled dynamical phase and frequency offset estimation”, Proc. of the IEEE Global
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[Vila 09a] J. Vilà–Valls, J.-M. Brossier et L. Ros, ”Extended Kalman filter for oversam-
pled dynamical phase offset estimation”, Proc. of the IEEE International Conference on
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D
u problème du filtrage non-linéaire optimal, découle généralement l’implémentation de mé-
thodes sous-optimales, car la solution analytique, en général n’existe pas. Il existe plusieurs

méthodes sous-optimales pour résoudre ce problème, dont les plus utilisées sont le filtre de Kal-
man étendu, les méthodes particulaires et les méthodes déterministes. Chacune de ces méthodes
a ses points forts et ses points faibles.

Ce chapitre, présente une vue d’ensemble sur l’estimation Bayésienne. D’abord, on présente
le problème du filtrage Bayésien optimal, sa solution et un état de l’art (non exhaustif) des
méthodes existantes, dans la section 2.1. Ensuite, on introduit le filtrage de Kalman et les
méthodes particulaires dans les sections 2.2 et 2.3, respectivement.

Dans la section 2.4 on propose une nouvelle vue d’ensemble des méthodes dites méthodes
déterministes. D’abord, dans la section 2.4.2, on présente le filtre Bayésien sous l’hypothèse Gaus-
sienne. Ensuite, dans les sections 2.4.3 et 2.4.4, on présente les différentes approches existantes
et leur application pour approcher la solution du filtre Bayésien, ainsi que la construction des
différentes méthodes déterministes. Dans la section 2.4.5, on compare les différentes méthodes
et l’on propose une vision d’ensemble sous la forme d’une seule méthode. Enfin, on montre la
version racine-carrée des méthodes dans la section 2.4.6.

Pour finir ce chapitre, on introduit les bornes Bayésiennes, on donne un état de l’art de
celles-ci, et l’on présente la théorie de base des bornes de Cramér-Rao, dans la section 2.5.

2.1 Estimation Bayésienne optimale

Cette section, introduit la notion d’estimation optimale, la modélisation du problème en
modèle de Markov caché et la solution Bayésienne. Dans un deuxième temps, on présente un
état de l’art des méthodes de filtrage Bayésiennes existantes.

2.1.1 La problématique

On considère un système dynamique pouvant être non-linéaire et/ou non Gaussien modélisé
à l’aide d’un modèle de Markov caché (HMM). On a des états cachés et des observations liées
aux états (fig. 1.6). Le modèle est composé d’une équation d’état, qui détermine l’évolution des
paramètres inconnus, et d’une équation d’observation qui exprime le lien entre les observations
et les états :

xk = fk−1(xk−1,vk−1) (2.1)

yk = hk(xk,nk) (2.2)

où k ∈ Z fait référence aux instants discrets, xk ∈ X , où X est l’espace des états, yk ∈ Y,
où Y est l’espace des observations, f et h sont les fonctions d’état et d’observation, supposées
connues et en général non-linéaires. v = {vk, k ∈ Z} et n = {nk, k ∈ Z} sont les bruits d’état
et d’observation, que l’on suppose mutuellement indépendants et de statistiques connues.

Si l’on suppose que dans le système on a une commande, u1:k = {u1, . . . ,uk}, on peut
généraliser le modèle d’état et écrire

xk = fk−1(xk−1,uk−1,vk−1) (2.3)

yk = hk(xk,uk,nk) (2.4)

Le problème d’estimation optimale est celui de l’obtention récursive d’une estimée des états
à partir des observations. On peut considérer trois cas différents :
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Fig. 2.1 – Modèle de Markov Caché

– Filtrage : on veut estimer l’état à l’instant k, xk, à partir des observations jusqu’à cet
instant, y1:k.

– Lissage : on veut estimer l’état à l’instant k, xk, à partir d’observations passées et futures,
y1:K , avec K > k. On distingue trois cas :
– Lissage à horizon fini. Estimation de xk, à partir de y1:k+L, avec L un entier positif fixe.
– Lissage à intervalle fini. Estimation de xk, à partir de y1:L, avec L un entier positif fixe

et L ≥ k.
– Lissage à point fini. Estimation de xK , avec K un entier fixe, à partir de y1:l, avec l un

entier positif variant.
– Prédiction : on veut prédire l’état à l’instant k + L, avec L > 0, xk+L, à partir des

observations jusqu’à l’instant k, y1:k.

2.1.2 Solution optimale

La solution Bayésienne optimale du problème d’estimation est obtenue à partir de la densité
a posteriori des états conditionnée aux observations disponibles, p(x0:k | y1:j). Cette densité de
probabilité (pdf) contient toute l’information sur les états x0:k, contenue dans les observations
y1:j . La clé pour obtenir cette pdf est donnée par le theorème de Bayes. Dans la suite on présente
la solution Bayésienne du problème de filtrage qui se résume à la détermination de p(xk | y1:k).

Pour des raisons de simplicité de calcul et pour certaines applications, on veut obtenir la
densité a posteriori de manière récursive, c’est-à-dire p(xk | y1:k) à partir de p(xk−1 | y1:k−1).

On suppose que l’on connâıt la densité p(xk−1 | y1:k−1) à l’instant k − 1. Étant donné que
le modèle d’état est un modèle de Markov de premier ordre, on peut considérer p(xk | xk−1) =
p(xk | xk−1,y1:k−1). En utilisant l’équation de Chapman-Kolmogorov, on trouve directement la
densité prédite :

p(xk | y1:k−1) =

∫
p(xk | xk−1)p(xk−1 | y1:k−1)dxk−1 (2.5)

Quand une nouvelle observation est disponible, yk, on peut calculer la densité a posteriori
en utilisant le théorème de Bayes et la fonction de vraisemblance p(yk | xk)

p(xk | y1:k) = p(xk | yk,y1:k−1)

= 1
ck
p(yk | xk,y1:k−1)p(xk | y1:k−1)

= 1
ck
p(yk | xk)p(xk | y1:k−1)

(2.6)

où le facteur de normalisation peut se calculer aussi avec l’équation de Chapman-Kolmogorov

ck = p(yk | y1:k−1) =

∫
p(yk | xk)p(xk | y1:k−1)dxk
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Les relations (2.5) et (2.6), sont appeleés équations de prédiction et de correction.
À partir de la densité a posteriori on peut obtenir une estimation optimale des états [Kay 93],

respectant n’importe quel critère d’optimisation. Par exemple, on peut calculer l’estimée en
utilisant le critère de l’Erreur Quadratique Moyenne Minimale (MMSE),

x̂MMSE
k = E{xk|y1:k} =

∫
xkp(xk | y1:k)dxk (2.7)

ou le critère du maximum a posteriori (MAP),

x̂MAP
k = arg max

xk

p(xk | y1:k) (2.8)

En général, la solution récursive optimale n’est pas tractable, parce que les intégrales dans
la prédiction et la mise à jour n’ont pas une solution analytique. L’essence du filtrage Bayésien
est l’approximation de ces intégrales.

2.1.3 État de l’art

La solution analytique aux équations (2.5) et (2.6) n’existe que dans des cas très particuliers.
Normalement, on doit faire face à des problèmes non-linéaires et/ou non-Gaussiens pour lesquels
une solution sous-optimale s’impose. Dans la suite, on fait une présentation des méthodes les
plus représentatives pour résoudre ces problèmes. Le schéma de la figure 2.2 montre l’articulation
générale des méthodes.

Solutions exactes

1. Le premier cas qui a été résolu, et le plus simple, est celui des systèmes linéaires Gaus-
siens. On définit un système comme linéaire Gaussien, si les équations d’observation et
d’évolution d’état sont linéaires vis à vis de l’état, et les bruits du système et de mesure,
sont des bruits blancs additifs et Gaussiens (AWGN). Dans ce cas, la solution est le filtre
de Kalman (KF) [Kalm 60, Kalm 61], largement utilisé dans de multiples applications. Le
KF donne la solution optimale, pour estimer les états d’une façon récursive : prédiction
des états et correction à partir de la dernière observation obtenue. Il existe plusieurs livres
qui étudient largement les filtres de Kalman, citons [Ande 79, Jazw 70] pour découvrir en
détail cette méthode.

2. Dans le cas d’un modèle d’état discret au nombre d’états fini, la solution analytique existe
aussi, la solution optimale est le filtre HMM (Hidden Markov Model) [Bucy 71].

3. La solution donnée dans [Bene 81], traite un type particulier de non-linéarité pour lequel
on arrive à résoudre le problème.

4. Le filtre de Lévy [Sorn 01], donne une solution pour le cas des densités alpha-stables.

Méthodes sous-optimales
Dans la majorité des problèmes réels on a des systèmes non-linéaires et/ou non Gaussiens,

et l’on doit oublier l’idée de trouver la solution optimale et chercher une bonne solution sous-
optimale de la solution Bayésienne. Les méthodes sous-optimales cherchent à approcher les inté-
grales de la solution optimale numériquement. On peut distinguer deux approches différentes :

– Approche locale : on suppose que la densité a posteriori a une forme connue et fixée a priori,
par exemple, on suppose qu’elle est Gaussienne. On approche cette densité localement, à
partir de certaines propriétés statistiques. Dans cette catégorie on peut inclure le filtre
de Kalman étendu [Ande 79], la famille des méthodes déterministes [Merw 04, Aras 07,
Aras 09] ou le filtre particulaire Gaussien [Kote 03].
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Fig. 2.2 – Schéma général des méthodes d’estimation Bayésienne

– Approche globale : on ne fixe aucune forme a priori pour la densité a posteriori. On
caractérise cette densité globalement. Dans cette deuxième catégorie, on peut inclure les
méthodes particulaires [Douc 01] ou les versions adaptatives du cas discret [Bucy 74].

Normalement les méthodes qui utilisent une approche locale, sont plus faciles à implémenter
et préférables pour des applications en temps réel. Par contre, les méthodes de type approche
globale, sont très lourdes en temps de calcul mais préférables dans des contextes non-Gaussiens.

Préliminaires : la première méthode, pour traiter des problèmes non-linéaires, qui a été
développée est le filtre de Kalman étendu (EKF) [Ande 79]. C’est la façon la plus intuitive
de traiter des problèmes non-linéaires en utilisant la solution proposée par Kalman. On prend
un développement de Taylor de premier ordre des fonctions nonlinéaires f et h autour de la
prédiction et l’estimation courante et l’on applique les équations du filtre de Kalman. Les princi-
paux problèmes de l’EKF sont que l’approximation est suffisamment bonne seulement pour des
non-linéarités peu sévères, et que la convergence du filtre, n’est pas assurée (on a une conver-
gence locale) et dépend des conditions initiales. On peut garder des termes d’ordre supérieur
dans le développement de Taylor, mais ça ne résout pas les problèmes de convergence de l’EKF
[Jazw 70].

Dans les années 70 et 80, plusieurs alternatives à l’EKF ont été proposées. Par exemple,
Alspach et Sorenson [Alsp 72] ont proposé un filtre basé sur les mélanges de Gaussiennes (GSF)
pour approcher la densité a posteriori, et Bucy et al. ont proposé une approximation discrète
avec des grilles [Bucy 71], et en utilisant des fonctions spline [Bucy 74], ainsi que [Figu 71]. Mais
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c’est à partir des années 90, que l’on a observé une croissance notable des méthodes de filtrage
non-linéaire, surtout avec l’apparition des méthodes particulaires [Douc 01] et la famille de filtres
Sigma-Point [Merw 04].

Méthodes particulaires : les méthodes particulaires (PF) utilisent un ensemble d’échan-
tillons (appelés particules) tirés aléatoirement et des poids associés à chaque échantillon pour
approcher la densité a posteriori. Le principe de ces méthodes est l’échantillonnage d’importance
séquentiel [Gord 93, Douc 00], utilisé pour approcher les intégrales de la solution Bayésienne. Les
problèmes liés aux méthodes particulaires, et la nécessité d’un grand nombre de particules pour
avoir une bonne caractérisation de la densité, avec la charge de calcul que cela entrâıne, font que
les PF restent difficiles à utiliser et pas toujours intéressants pour des applications réelles. La
communauté scientifique a beaucoup investi dans l’étude des PF, et de multiples variantes sont
apparues ces dernières années, essayant d’améliorer les performances statistiques et de calcul. On
peut trouver une introduction aux PF dans [Arul 02, Djur 03], un livre de référence est [Douc 01],
Chen a fait un état de l’art très complet [Chen 03], Cappé et al. et Daum [Capp 07, Daum 05]
ont fait récemment des synthèses des techniques existantes. Plusieurs thèses ont eu comme point
fort l’étude de ces méthodes, et certaines les ont appliquées aux communications numériques,
par exemple [Sale 02, Bert 03, Clos 09a]. Pour une étude détaillée des méthodes particulaires
voir la section 2.3.

Méthodes déterministes : la famille des méthodes que l’on nomme déterministes est
un ensemble de méthodes apparues pendant les 15 dernières années, qui partagent les mêmes
principes. Ces filtres peuvent aussi être appelés filtres Gaussiens, car l’hypothèse de base est
que la densité a posteriori est supposée Gaussienne. Cette supposition donne lieu a une densité
de transition et une fonction de vraisemblance Gaussiennes, et par conséquent, une densité a
posteriori Gaussienne aussi. Le principe des méthodes repose sur un échantillonnage déterminste
pour approcher la solution du filtre Bayésien sous l’hypothèse Gaussienne.

Les premiers qui ont eu cette idée sont Julier et Uhlmann, qui ont utilisé un échantillonnage
déterministe en utilisant la unscented transformation pour obtenir le Unscented Kalman Filter
(UKF) [Juli 00, Juli 04]. Un autre filtre de la famille, qui a été proposé en même temps par
Norgaard et Ito, est le Central Difference Kalman Filter (CDKF) [Ito 00] ou Divided Difference
Filter [Norg 00]. Ce filtre est basé sur une approximation par différences finies et utilise la formule
d’interpolation de Stirling. De la même façon que l’UKF, ce filtre utilise un échantillonnage
déterministe pour propager les statistiques d’une densité Gaussienne à travers une fonction
nonlinéaire.

Au même moment, Ito [Ito 00] a proposé un nouveau filtre basé sur la méthode de quadra-
ture de Gauss-Hermite pour approcher les intégrales du filtre Gaussien, le Gauss-Hermite Filter
(GHF). La méthode de Gauss-Hermite utilise des échantillons déterministes et ses poids corres-
pondants pour approcher une intégrale comme une somme finie, et on peut voir que l’on retrouve
le même principe qu’avec l’UKF et le CDKF. Récemment, Arasaratnam et al. ont reformulé le
GHF de Ito, en l’appelant Quadrature Kalman Filter (QKF) [Aras 07]. Ils démontrent que ce
filtre est plus performant que l’UKF et le CDKF.

La dernière incorporation à la famille est le Cubature Kalman Filter (CKF) [Aras 09], basée
sur les lois de cubature pour approcher les intégrales du filtre Gaussien. Ce filtre résout le
problème de l’incrément du coût de calcul quand la dimension de l’état crôıt.

Un problème dans ces méthodes est d’assurer la stabilité numérique. Pour y arriver il faut
conserver les matrices de covariance symétriques et définies positives. À cause des problèmes de
calcul ou pour des problèmes d’instabilité, on n’arrive pas toujours à assurer ces deux propriétés
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et l’algorithme diverge. Une solution est la version racine-carrée des méthodes, basée sur la
propagation des racines carrées des matrices de covariance dans la prédiction et la mise à jour.
Le résultat sont des versions stables des méthodes déterministes (S pour Square-root), les SUKF,
SCDKF, SQKF et SCKF [Merw 01b, Merw 01a, Aras 08, Aras 09].

2.2 Filtrage de Kalman

Dans cette section on introduit le filtrage de Kalman et sa version étendue pour les systèmes
non-linéaires. D’abord on présente la modélisation d’état que l’on utilise, et ensuite on établit
les équations du filtre de Kalman et du filtre de Kalman étendu. Pour le calcul des équations du
filtre voir l’annexe A.

2.2.1 Introduction et modélisation d’état

Le Filtre de Kalman (KF) [Kalm 60, Kalm 61], a été étudié et appliqué dans beaucoup de
domaines. On trouve l’explication du filtre et de ses propriétés dans d’innombrables publications.
Citons deux livres de référence pour l’étude du KF, le livre de Anderson et Moore [Ande 79], et
celui de Jazwinski [Jazw 70].

On part du modèle présenté dans la section 2.1, où on a une première équation qui nous
donne l’évolution de l’état, et une deuxième qui établit le lien entre l’observation et l’état. Le
filtre de Kalman a été obtenu dans le cas où le modèle est linéaire, et les bruit nk et vk−1, sont
additifs Gaussiens. Le modèle d’état s’écrit alors :

xk = Fk−1xk−1 + vk−1 (2.9)

yk = Hkxk + nk (2.10)

avec les notations suivantes
– xk est le vecteur d’état à l’instant k.
– yk est le vecteur d’observation à l’instant k.
– Fk−1 est la matrice de transition de l’état.
– Hk est appelé matrice d’observation, et indique la façon dont l’état est observé.
– vk est le bruit d’état ou du système qui est un bruit blanc Gaussien centré de matrice de

covariance Qk.
– nk est le bruit d’observation, blanc, Gaussien, centré, de matrice de covariance Rk, et

indépendant de vk.
On note x̂k|l l’estimation optimale de l’état à l’instant k, xk, en connaissant toutes les ob-

servations jusqu’à l’instant l, y1:l, et l’erreur d’estimation x̃k|l

x̂k|l = E (xk | y1:l) ; x̃k|l = xk − x̂k|l (2.11)

On définit la matrice de covariance de l’erreur d’estimation

Pk|l = E

(
x̃k|lx̃

T
k|l

)
(2.12)

Le KF suppose la densité a posteriori Gaussienne, ainsi caractérisée par sa moyenne et sa matrice
de covariance. Les étapes de prédiction et correction s’écrivent

p(xk|y1:k−1) = N
(
xk; x̂k|k−1,Pk|k−1

)
(2.13)

p(xk|y1:k) = N
(
xk; x̂k|k,Pk|k

)
(2.14)
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où N (x;µ,Σ) représente la densité de probabilité d’une variable aléatoire Gaussienne x, de
moyenne µ et de matrice de covariance Σ. L’objectif du filtre de Kalman est de déterminer
récursivement l’estimateur x̂k|k.

Dans le filtre de Kalman ordinaire, les équations d’état et d’observation sont supposées
linéaires. Cependant, certains systèmes réels sont décrits par des non-linéarités. Dans ce cas, un
modèle possible est

xk = fk−1(xk−1) + vk−1 (2.15)

yk = hk(xk) + nk (2.16)

où fk−1 et hk, sont des fonctions non-linéaires. La solution la plus simple pour résoudre le
problème d’estimation dans le cas non-linéaire, est d’appliquer la version non-linéaire du KF,
appelé filtre de Kalman étendu (EKF) [Ande 79], dont le principe est la linéarisation des fonctions
d’état et d’observation, en utilisant un dévelopement de Taylor du premier ordre autour de la
dernière valeur prédite ou estimée. Alors on fait les approximations suivantes

F∗
k−1 = ∇xk−1

fk−1(x̂k−1|k−1) (2.17)

H∗
k = ∇xk

hk(x̂k|k−1) (2.18)

et on applique la solution classique du KF linéaire à chaque itération.

2.2.2 Filtre de Kalman et Kalman étendu

À partir du modèle d’observation, on peut voir que yk n’est qu’une observation partielle et
bruitée de l’état xk. Le filtre de Kalman nous donne la meilleure estimation au sens du critère
MSE, x̂k|k, de l’état xk à partir de l’ensemble d’observations jusqu’à l’instant k, y1:k, de façon
récursive.

Dans l’algorithme 1, on a synthétisé la structure générale du KF, qui est valable pour le
KF classique, et pour le KF étendu en changeant les matrices d’évolution Fk−1 et Hk, par les
fonctions linéarisées F∗

k−1 et H∗
k (eqs. (2.17,2.18)).

La matrice I est la matrice identité de taille apropriée. On note que x̂0|0 et P0|0, l’état initial
et sa matrice de covariance, sont fixés à une valeur arbitraire dans un intervalle approprié (e.g.,
si l’on estime une phase, on prendra une valeur distribuée uniformément dans [0, 2π)).

2.3 Méthodes particulaires

Les méthodes particulaires (en anglais connues comme Sequential Monte Carlo (SMC) me-
thods), sont un ensemble de méthodes qui utilisent des simulations Monte Carlo pour calculer
la densité de probabilité a posteriori, dans des problèmes d’estimation optimale. Ces méthodes
rentrent dans la catégorie approche globale, car elles ne fixent aucune forme pour cette densité,
alors, on peut les utiliser dans des contextes très généraux (non-linéaires et/ou non-Gaussiens).

Les méthodes de simulation par Monte Carlo existent depuis les années 50, mais ce n’est qu’à
partir des années 90 que les méthodes particulaires ont été développées, grâce à l’augmentation
de la puissance de calcul. Dans les dernières années, les méthodes SMC ont été appliquées dans
tous les domaines de l’ingénierie, et d’autres comme la biologie et l’économie [Douc 01].
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Algorithm 1 Filtre de Kalman

Require: Les observations y (que l’on peut obtenir de façon séquentielle), l’état initial x0, la
covariance de l’état initial P0, et les statistiques des bruit d’état et d’observation, Qk et Rk.

Initialisation :

1: Fixer x̂0|0 = x0 et P0|0 = P0

Estimation :

2: for k = 1 to ∞ do

3: Prédiction :
4: Prédiction de l’état :

x̂k|k−1 = Fk−1x̂k−1|k−1

5: Prédiction de la matrice de covariance :
Pk|k−1 = Fk−1Pk−1|k−1F

H
k−1 + Qk−1.

6: Correction :
7: Calcul du Gain de Kalman :

Kk = Pk|k−1H
H
k

{
HkPk|k−1H

H
k + Rk

}−1
.

8: Correction du vecteur d’état :
x̂k|k = x̂k|k−1 + Kk

[
yk − Hkx̂k|k−1

]
.

9: Correction de la matrice de covariance :
Pk|k = [I − KkH]Pk|k−1.

10: end for

2.3.1 Les principes

Pour le problème de filtrage présenté dans la section 2.1, l’objectif est d’obtenir une estimation
récursive de la densité a posteriori, p(x0:k | y1:k).

Si l’on suppose que l’on peut obtenir Ne échantillons aléatoires i.i.d de la densité a posteriori,

p(x0:k | y1:k), que l’on appelle x
(i)
0:k, on peut approcher cette densité comme suit

p(x0:k | y1:k) ≈
1

Ne

Ne∑

i=1

δ
(
x0:k − x

(i)
0:k

)
(2.19)

et alors, par exemple, on peut approcher l’espérance mathématique I(h) = E (h(x0:k)|y1:k) par

I(h) =

∫
h(x0:k)p(x0:k | y1:k)dx0:k ≈

1

Ne

Ne∑

i=1

h(x
(i)
0:k) (2.20)

Normalement, il est difficile d’échantillonner selon la densité a posteriori et une alternative
s’impose. Une alternative classique est la technique connue comme échantillonnage d’importance,
que l’on détaille dans la suite.

2.3.1.1 Échantillonnage d’importance

Supposons que l’on ne puisse pas obtenir des échantillons de la densité d’intérêt, dans notre
cas, la densité a posteriori. On considère une deuxième densité, que l’on appelle densité d’im-
portance, π(x0:k | y1:k), pour laquelle il est facile de tirer des échantillons aléatoires. On suppose
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que la densité d’importance a au moins le même support que la densité a posteriori. On peut
écrire,

I(h) =

∫
h(x0:k)p(x0:k | y1:k)dx0:k (2.21)

=

∫
h(x0:k)

p(x0:k | y1:k)

π(x0:k | y1:k)
π(x0:k | y1:k)dx0:k (2.22)

=

∫
h(x0:k)w̃(x0:k)π(x0:k | y1:k)dx0:k (2.23)

où w̃(x0:k) = p(x0:k|y1:k)
π(x0:k|y1:k) sont les poids d’importance. Si l’on applique la méthode d’intégration de

Monte Carlo, en utilisant Ne échantillons tirés selon la fonction d’importance, l’approximation
de cette intégrale s’écrit

I(h) ≈ 1

Ne

Ne∑

i=1

h(x
(i)
0:k)w(x

(i)
0:k) (2.24)

où on a défini des poids d’importance normalisés

w(x
(i)
0:k) =

w̃(x
(i)
0:k)∑Ne

j=1 w̃(x
(j)
0:k)

Dans ce cas, on utilise des échantillons tirés selon la densité d’importance. Pour calculer les
poids d’importance, on doit seulement évaluer la densité a posteriori aux positions des échan-
tillons obtenus.

Pour résoudre le problème d’estimation Bayésienne optimale, on désire avoir une forme ré-
cursive de l’estimateur. De plus, dans l’échantillonnage d’importance, pour calculer la densité a
posteriori, on a besoin de toutes les données, car on doit recalculer les poids pour toutes les don-
nées à chaque nouvelle mesure. Pour résoudre ce problème, une version récursive de la méthode
a été proposée, l’échantillonnage d’importance séquentiel (SIS). Cette méthode est la base de
toutes les méthodes particulaires.

Pour construire la méthode SIS, on suppose que la fonction d’importance se factorise de la
manière suivante

π(x0:k | y1:k) = π(xk | x0:k−1,y1:k)π(x0:k−1 | y1:k−1) (2.25)

À partir du théorème de Bayes et de la markoviannité du modèle d’état, on peut écrire la densité
a posteriori à l’instant k à partir de celle à l’instant k − 1,

p(x0:k | y1:k) =
p(xk | xk−1)p(yk | xk)

p(yk | y1:k−1)
p(x0:k−1 | y1:k−1) (2.26)

Si l’on suppose que l’on a une approximation de la densité a posteriori à l’instant k − 1, on
peut écrire l’équation de mise à jour des poids de manière séquentielle

w
(i)
k =

1

β
w

(i)
k−1

p(x
(i)
k | x(i)

k−1)p(yk | x
(i)
k )

π(x
(i)
k | x(i)

0:k−1,y1:k)
(2.27)

où les échantillons x
(i)
k , sont des échantillons tirés selon π(xk | x

(i)
0:k−1,y1:k), et β =

∑Ne

j=1w
(j)
k

est le facteur de normalisation. Avec cette formulation, on peut trouver une approximation de
la densité qui nous donne la solution du problème de filtrage optimal :

p(xk | y1:k) ≈
Ne∑

i=1

w
(i)
k δ(xk − x

(i)
k ) (2.28)
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et l’on en déduit facilement, que l’estimateur MMSE, s’écrit

x̂MMSE
k =

Ne∑

i=1

w
(i)
k x

(i)
k (2.29)

Dans cette méthode, apparaissent deux points critiques : le choix de la fonction d’importance,
et un problème appelé dégénérescence.

2.3.1.2 Re-échantillonnage et choix de la fonction d’importance

Un des points critiques de la méthode SIS, est le problème appelé dégénérescence. Ce pro-
blème indique qu’après quelques itérations, tous les poids sauf un, tendent vers 0, et cela implique
aussi une divergence de l’algorithme et une mauvaise estimation [Douc 00].

Une solution à ce problème est le re-échantillonnage [Gord 93], qui consiste à éliminer les
échantillons avec un poids d’importance faible, et à dupliquer ceux qui ont des poids d’importance
avec de grandes valeurs. Cela implique, que l’on multiplie les particules de fort poids et que l’on
élimine les particules qui se trouvent dans des endroits qui nous apportent peu d’information.
On peut définir une mesure de dégénérescence,

Neff =
1

∑Ne

j=1(w
(i)
k )2

(2.30)

où 1 ≤ Neff ≤ Ne. Normalement, les méthodes particulaires appliquent le re-échantillonnage
seulement dans les cas où Neff est au-dessous d’un seuil, car ce re-échantillonnage génére un
apauvrissement des particules. Ce seuil de re-échantillonnage, est souvent choisi empiriquement.

On trouve dans la littérature, plusieurs méthodes de re-échantillonnage : parmi les plus uti-
lisées, on trouve le re-échantillonnage multinomial, le résiduel, et le systématique [Douc 01]. On
note que le re-échantillonnage, est un point critique dans toutes les implémentation parallélisées
des méthodes particulaires mais c’est une étape indispensable.

Le deuxième point critique dans l’implémentation des méthodes particulaires, est le choix de

la fonction d’importance, π(xk|x(i)
0:k−1,y1:k). Selon la fonction d’importance que l’on choisit on

obtiendra des bonnes performances ou pas.

Fonction optimale : la fonction optimale, dans le sens qu’elle minimise la variance des poids
d’importance conditionnée aux observations [Douc 00], est

πopt(xk | x0:k−1,y1:k) = p(xk | x0:k−1,y1:k) (2.31)

Dans le cas où on choisit cette fonction d’importance, les poids sont calculés selon

w
(i)
k ∝ w

(i)
k−1p(yk | x

(i)
k−1) (2.32)

En général, on ne peut pas utiliser cette fonction d’importance, car il faut pouvoir obtenir des

échantillons selon p(xk | x0:k−1,y1:k), et pouvoir évaluer p(yk | x
(i)
k−1), ce qui n’est en général

pas possible.
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Choix sous-optimaux : on trouve plusieurs alternatives dans la littérature, mais une méthode
générale, pour trouver cette densité, n’existe pas. Le choix le plus simple et le plus utilisé en
pratique, est la densité de transition a priori de l’état, pour laquelle le calcul des poids devient
très simple,

π(xk|x(i)
0:k−1,y1:k) = p(xk|x(i)

k−1) (2.33)

w
(i)
k ∝ w

(i)
k−1p(yk | x

(i)
k ) (2.34)

D’autres possibilités, impliquent l’approximation directe de la fonction d’importance opti-
male (eq.(2.31)), par exemple, en utilisant une linéarisation locale du modèle [Douc 00] ou la
Unscented Transformation[Merw 00].

2.3.2 Le filtre particulaire

Les filtres particulaires (PF), sont l’application directe de l’échantillonnage d’importance
séquentiel et du re-échantillonnage au problème de filtrage Bayésien optimal. Il existe beaucoup
de PF différents, selon les schémas de re-échantillonnage ou le choix de la fonction d’importance.
Dans l’algorithme 2, on présente la structure générale du filtre particulaire.

Algorithm 2 Filtrage particulaire (PF)

Require: Les observations y et une initialisation
{
x

(i)
0 , w

(i)
0

}Ne

i=1
.

1: for k = 1 to ∞ do
2: for i = 1 to Ne do

3: Générer les particules x
(i)
k ∼ π

(
xk|x(i)

0:k−1,y1:k

)

4: Calculer les poids w̃
(i)
k = w

(i)
k−1

p(x
(i)
k

|x
(i)
k−1)p(yk|x

(i)
k

)

π(x
(i)
k

|x
(i)
0:k−1,y1:k)

5: end for

6: Normaliser les poids w
(i)
k =

w̃
(i)
k

PNe
j=1 w̃

(j)
k

pour i = 1, . . . , Ne

7: Estimation x̂k =
∑Ne

i=1 w
(i)
k x

(i)
k

8: Calculer Neff = 1
PNe

j=1(w
(i)
k

)2

9: if Neff < seuil then

10: Re-échantillonnage

[{
x

(i)
k , w

(i)
k

}Ne

i=1

]

11: end if

12: end for

Le filtre particulaire le plus simple et le plus utilsé, est le filtre Bootstrap ou SIR (SIS
avec Re-échantillonnage) [Gord 93]. Ce filtre utilise comme fonction d’importance, la densité de
transition de l’état, et applique le re-échantillonnage à chaque itération.

2.3.2.1 Rao-Blackwellisation

La Rao-Blackwellisation est une méthode utilisée pour réduire la variance d’estimation dans
les problèmes de filtrage optimal. L’idée est de profiter des sous-structures linéaires dans le
modèle d’état, et de traiter celles-ci avec un filtre de Kalman. C’est-à-dire, si l’on peut séparer
l’état en deux parties, une partie non-linéaire et l’autre linéaire conditionnée à la première, on
peut les traiter séparément, une avec une méthode sous-optimale et l’autre avec filtre de Kalman.

Le filtre particulaire Rao-Blackwellisé (RBPF) [Douc 01], utilise une solution particulaire
pour la partie non-linéaire du problème. Dans la suite on détaille cet algorithme, qui peut être
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très utile car on réduit le coût de calcul (partie particulaire) et l’on peut traiter des états à
grande dimension.

Algorithm 3 Filtrage particulaire Rao-Blackwellisé (RBPF)

Require: Les observations y et une initialisation
{
x

(i,2)
0 , w

(i,2)
0 , x̂

(i,1)
0|0 ,Pi

0|0

}Ne

i=1
.

1: for k = 1 to ∞ do
2: for i = 1 to Ne do

3: Prédiction de Kalman : calculer
{
x̂

(i,1)
k|k−1,P

i
k|k−1

}
selon le filtre de Kalman. On peut caractériser

la densité de prédiction

p(x
(1)
k |x(2)

0:k−1,y1:k−1) = N
(
x

(1)
k ; x̂

(i,1)
k|k−1,P

i
k|k−1

)

4: Générer les particules x
(i,2)
k ∼ π

(
x

(2)
k |x(i,2)

0:k−1,y1:k

)

5: Calculer les poids w̃
(i,2)
k = w

(i,2)
k−1

p(x
(i,2)
k

|x
(i,2)
k−1 )p(yk|x

(i,2)
0:k ,y1:k−1)

π(x
(i,2)
k

|x
(i,2)
0:k−1,y1:k)

6: end for

7: Normaliser les poids w
(i,2)
k =

w̃
(i,2)
k

PNe
j=1 w̃

(j,2)
k

pour i = 1, . . . , Ne

8: Estimation partie non-linéaire x̂
(2)
k =

∑Ne

i=1 w
(i,2)
k x

(i,2)
k

9: for i = 1 to Ne do

10: Correction de Kalman : calculer
{
x̂

(i,1)
k|k ,Pi

k|k

}
selon le filtre de Kalman. On peut caractériser

la densité de
p(x

(1)
k |x(2)

0:k,y1:k) = N
(
x

(1)
k ; x̂

(i,1)
k|k ,Pi

k|k

)

11: end for
12: Estimation partie linéaire x̂

(1)
k =

∑Ne

i=1 w
(i,2)
k x

(i,1)
k|k

13: Calculer Neff = 1
PNe

j=1(w
(i,2)
k

)2

14: if Neff < seuil then

15: Re-échantillonnage

[{
x

(i,2)
k , w

(i,2)
k

}Ne

i=1

]

16: end if

17: end for

Supposons que l’on ait un état xk =

[(
x

(1)
k

)T
,
(
x

(2)
k

)T]T
, où x

(1)
k est une partie linéaire et

Gaussienne conditionnée à la connaissance de x
(2)
k , et x

(2)
k est la partie non-linéaire. La distribu-

tion p(xk|y1:k) peut être calculée directement avec un filtre de particules, mais il est préférable
de prendre en compte la sous-structure linéaire Gaussienne du modèle d’état. On écrit

p(x
(1)
k ,x

(2)
k |y1:k) = p(x

(1)
k |x(2)

k ,y1:k)p(x
(2)
k |y1:k) (2.35)

ainsi on peut estimer la densité p(x
(1)
k |x(2)

k ,y1:k) avec un filtre de Kalman et p(x
(2)
k |y1:k) utilisant

un filtre particulaire. Étant donné que la densité de probabilité qui concerne la partie linéaire
dépend de la partie non-linéaire, en pratique on aura une estimation de Kalman pour chacune
des particules. On résume la méthode RBPF dans l’algorithme 3.

On note que les performances d’un RBPF sont généralement meilleures que celles d’un PF
standard, car à nombre de particules identique, la dimension de l’état “non-linéaire” est moindre.
De plus, la partie linéaire est estimée avec un algorithme optimal.
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2.4 Méthodes déterministes

Dans cette section, on propose une nouvelle vue d’ensemble des méthodes dites méthodes dé-
terministes. Sous cette appellation, on regroupe les méthodes dites Sigma-Point [Merw 04] (UKF
et CDKF) et les méthodes de quadrature (QKF) et cubature (CKF) proposées récemment dans
[Ito 00, Aras 07, Aras 09]. Le fait que dans la littérature il n’existe pas (à notre connaissance)
des travaux qui regroupent ces méthodes, ou qui traitent cet ensemble sous la même optique,
a motivé ce travail de synthèse. Ces méthodes sont une alternative puissante aux méthodes
particulaires et au filtrage de Kalman étendu pour résoudre le problème du filtrage Bayésien
optimal.

2.4.1 Introduction

Le cadre de départ est celui de Kalman. On a vu (voir la section 2.2) que le filtre de Kalman
est une solution analytique au problème de filtrage optimal sous des contraintes de linéarité et de
Gaussiannité. On a aussi présenté le filtre de Kalman étendu, qui est la version non-linéaire du
KF. Les premières méthodes déterministes ont été motivées par les limitations de l’EKF. On sait
que la linéarisation est fiable seulement si la propagation de l’erreur peut être bien approchée
par une fonction linéaire, et que dans le cas contraire le filtre diverge. De plus, on peut linéariser
seulement si les matrices jacobiennes existent, ce qui n’est pas toujours le cas. Dans le cas où
cette matrice jacobienne existe, elle peut être difficile à calculer et peut générer des erreurs dans
l’algorithme. Tous ces problèmes ont motivé la recherche de méthodes sans dérivation et fiables
pour des problèmes fortement non-linéaires.

La première méthode dans cet état d’esprit qui a été proposée, a été l’UKF [Juli 00, Juli 04],
qui est basé sur la unscented transformation (UT). Cette transformée est valide dans un cadre
général mais elle a été appliquée dans un cadre Gaussien pour en déduire l’algorithme. L’idée est
d’utiliser un échantillonnage déterministe pour calculer les statistiques d’une variable aléatoire
qui subit une transformation non-linéaire.

Le CDKF [Ito 00, Norg 00] a été proposé quelques années plus tard. Cette méthode utilise les
formules d’interpolation polynomiale de Stirling (différences finies) pour linéariser les fonctions
non-linéaires du modèle et calculer les statistiques des variables aléatoires transformées par ces
fonctions.

Le QKF [Ito 00, Aras 07], au lieu d’utiliser les méthodes unscented et différences finies pour
approcher les statistiques d’une variable aléatoire transformée par une fonction non-linéaire,
utilise la quadrature de Gauss-Hermite pour calculer les intégrales du filtre Bayésien exactement,
et le CKF [Aras 09], fait de même avec les lois de cubature (méthodes numériques pour calculer
des intégrales multidimensionnelles) [Cool 97].

Dans la figure 2.3, on montre l’articulation des différentes méthodes déterministes. On peut
voir que ces méthodes peuvent être separées en deux approches distinctes, et, pour chacune, le
point de départ est complètement différent. Une approche considère l’approximation des sta-
tistiques d’une variable aléatoire qui subit une transformation non-linéaire, et l’autre calcule
numériquement les intégrales du filtre Bayésien.

La point commun entre les deux approches est qu’elles utilisent un ensemble d’échantillons
déterministes pour approcher la solution du filtre Bayésien sous l’hypothèse Gaussienne. Dans
tous les cas on caractérise les moyennes et matrices de covariance des variables Gaussiennes
à l’aide des échantillons déterministes. Selon la méthode que l’on utilise pour le calcul de cet
ensemble déterministe d’échantillons, on obtient les différentes méthodes proposées dans la lit-
térature. Mais le point le plus important est le fait qu’à part quelques légères différences, on
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Méthodes Déterministes
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Fig. 2.3 – Schéma général de l’articulation des méthodes déterministes

s’aperçoit que toutes les méthodes suivent la même structure et qu’elles peuvent être vues comme
une seule méthode.

Dans tous les cas, le point de départ est l’hypothèse Gaussienne de la densité a posteriori.
Pour cela, on trouve dans certaines publications ces méthodes sous le nom de filtres Gaussiens.

2.4.2 Le filtre Bayésien sous l’hypothèse Gaussienne

On rappelle le modèle d’état de la section 2.1, où l’on a supposé les bruits additifs Gaussiens

xk = fk−1(xk−1,uk−1) + vk−1 (2.36)

yk = hk(xk,uk) + nk (2.37)

vk−1 et nk, sont indépendants, centrés, et de matrices de covariance, Qk−1 et Rk, respectivement.
Le point clé pour dériver le filtre Bayésien dans un cadre Gaussien, est l’hypothèse que la

densité de prédiction de l’état, p(xk|x1:k−1,u1:k−1), et la vraisemblance, p(yk|x1:k,u1:k), sont des
densités Gaussiennes, ce qui implique une densité a posteriori, p(xk|y1:k,u1:k), aussi Gaussienne.

Le filtre Bayésien est composé de deux étapes récursives (voir section 2.1) : prédiction et
correction. Dans le contexte Gaussien que l’on traite dans cette section, la structure du filtre est
la suivante (voir l’annexe B pour les calculs détaillés) :

Prédiction. Dans cette étape, on cherche la moyenne et la matrice de covariance de la den-
sité de prédiction. Cette moyenne peut s’écrire comme l’espérance de l’état sachant toutes les
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observations et entrées passées. Sous l’hypothèse Gaussienne, on écrit

x̂k|k−1 =

∫

Rnx

fk−1(xk−1,uk−1)N (xk−1; x̂k−1|k−1,Pk−1|k−1)dxk−1 (2.38)

La matrice de covariance associée à l’erreur de prédiction s’écrit

Pk|k−1 =

∫

Rnx

fk−1(xk−1,uk−1)f
T
k−1(xk−1,uk−1)N (xk−1; x̂k−1|k−1,Pk−1|k−1)dxk−1

−x̂k|k−1x̂
T
k|k−1 + Qk−1 (2.39)

Correction. Dans cette étape, le filtre calcule la densité a posteriori, p(xk|y1:k,u1:k), à partir
de la densité prédite. Étant donné que l’on est sous l’hypothèse Gaussienne, il nous faut seulement
calculer la moyenne, x̂k|k, et la covariance, Pk|k, de cette densité

p(xk|y1:k,u1:k) = N (xk; x̂k|k,Pk|k)

La solution optimale est donnée par :

x̂k|k = x̂k|k−1 + Kk

(
yk − ŷk|k−1

)
(2.40)

Pk|k = Pk|k−1 − KkPyy,k|k−1K
T
k (2.41)

où Kk, est le gain de Kalman, et Pyy,k|k−1, est la matrice de covariance associée à l’erreur de
prédiction de l’observation ŷk|k−1. L’expression du gain de Kalman est la suivante

Kk = Pxy,k|k−1P
−1
yy,k|k−1 (2.42)

où Pxy,k|k−1, représente la matrice de covariance croisée de l’erreur de prédiction de l’état et de
l’observation.

La prédiction de l’observation peut s’écrire comme

ŷk|k−1 =

∫

Rnx

hk(xk,uk)N (xk; x̂k|k−1,Pk|k−1)dxk (2.43)

et la matrice de covariance associée à l’erreur de prédiction de l’observation

Pyy,k|k−1 =

∫

Rnx

hk(xk,uk)h
T
k (xk,uk)N (xk; x̂k|k−1,Pk|k−1)dxk

−ŷk|k−1ŷ
T
k|k−1 + Rk (2.44)

Il nous reste à trouver l’expression de la matrice de covariance croisée de l’erreur de prédiction
de l’état et l’observation qui prend la forme suivante

Pxy,k|k−1 =

∫

Rnx

xkh
T
k (xk,uk)N (xk; x̂k|k−1,Pk|k−1)dxk − x̂k|k−1ŷ

T
k|k−1 (2.45)

On peut voir que toutes les intégrales, dans la solution du filtre Bayésien dans le cadre
Gaussien, ont la même forme

I =

∫

Rnx

(fonction non-linéaire) · (densité Gaussienne) · dx, (2.46)

alors, le problème d’estimation optimale est réduit à un problème d’approximation de ces inté-
grales, ou d’approximation des statistiques de la densité Gaussienne. Les différentes méthodes
déterministes utilisent un ensemble d’échantillon déterministe pour approcher cette solution. On
résume le filtre Bayésien dans l’algorithme 6 (voir l’annexe B).
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2.4.3 Différents approches et calcul des échantillons déterministes

Dans cette section, on présente brièvement les différentes techniques existantes pour le calcul
des échantillons déterministes séparément, et l’idée sous-jacente dans chacune des méthodes pour
l’approximation du filtre Bayésien. Pour les calculs détaillés voir l’annexe C.

Dans la littérature on trouve quatre approches distinctes : l’unscented transformation, l’interpolation
polynomiale de Stirling, la quadrature de Gauss-Hermite et l’approche cubature.

2.4.3.1 Approche unscented

L’unscented transformation (UT) est une méthode pour calculer les statistiques d’une va-
riable aléatoire qui subit une transformation non-linéaire.

On considère une variable aléatoire nx-dimensionnelle x, de moyenne x̄ et matrice de cova-
riance Px, qui subit une transformation non-linéaire arbitraire, y = hNL(x), et l’on veut calculer
les deux premiers moments de la variable aléatoire transformée y.

La procédure est la suivante : on choisit un ensemble d’échantillons déterministes (dits sigma-
points dans la littérature), et leurs poids associés, de façon à ce que ces échantillons pondérés
captent complètement la vraie moyenne et covariance de la variable aléatoire de départ, x.
Ensuite on transforme cet ensemble d’échantillons selon la fonction nonlinéaire que l’on étudie,
c’est-à-dire, on calcule l’image de l’ensemble d’échantillons, et enfin, on calcule les statistiques
désirées à partir de l’ensemble transformé.

Il existe plusieurs ensembles qui satisfont ces contraintes, ici on présente la Scaled UT (SUT)
[Juli 97], qui utilise un ensemble de 2nx + 1 échantillons. Cette formulation rend possible le
contrôle de la distribution des sigma-points, sans permettre que la covariance devienne semi-
définie négative. L’ensemble d’échantillons déterministes Xi, et leurs poids associés wi, s’écrit

X0 = x̄ i = 0 w
(m)
0 =

λ

nx + λ
i = 0

Xi = x̄ +
h

p

(nx + λ)Px

i

i
i = 1, . . . , nx w

(c)
0 =

λ

nx + λ
+

`

1 − α
2 + β

´

i = 0 (2.47)

Xi = x̄ −
h

p

(nx + λ)Px

i

i
i = nx + 1, . . . , 2nx w

(m)
i = w

(c)
i =

1

2 (nx + λ)
i = 1, . . . , 2nx

où
[√

(nx + κ)Px

]

i
fait référence à la i-ème colonne de la matrice.

On définit λ = α2 (nx + κ) − nx, où (κ, α, β) est un ensemble de paramètres pour contrôler
la SUT, pour lesquels il n’existe pas de valeurs optimales de manière générale. La racine-carrée
d’une matrice peut être calculée, par exemple, avec la décomposition de Cholesky. On peut
construire des ensembles, qui en plus de capter la moyenne et la covariance, capturent aussi le
coefficient de dissymétrie et le kurtosis.

On propage les sigma-points, au travers de la fonction non-linéaire, pour produire un nouvel
ensemble de points

Yi = hNL(Xi) i = 0, . . . , 2nx (2.48)

À partir de ce nouvel ensemble d’échantillons, on peut estimer les statistiques de la variable
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aléatoire transformée de la façon suivante

ȳ ≈
2nx∑

i=0

w
(m)
i Yi (2.49)

Py ≈
2nx∑

i=0

w
(c)
i (Yi − ȳ) (Yi − ȳ)T (2.50)

Pxy ≈
2nx∑

i=0

w
(c)
i (Xi − x̄) (Yi − ȳ)T (2.51)

2.4.3.2 Approche différences finies

Dans cette section, on présente l’approche différences finies. Comme dans la SUT, on cherche
à calculer les statistiques d’une variable aléatoire qui subit une transformation non-linéaire.
L’idée est d’approcher cette fonction non-linéaire jusqu’au deuxième ordre en utilisant une mé-
thode à différences finies, et ensuite calculer la moyenne et la covariance de la variable aléatoire
transformée.

Cette approche est similaire à une approximation par développement en série de Taylor,
mais dans ce cas on utilise un nombre fini d’évaluations de la fonction que l’on veut approcher,
au lieu des dérivées analytiques de cette fonction. Le problème du développement en série de
Taylor est que l’on peut l’appliquer seulement si la fonction que l’on veut approcher est dérivable.
Normalement, il est plus facile de calculer des approximations avec les formules d’interpolation,
qu’avec le développement de Taylor, car on ne doit pas calculer de dérivées.

Une des méthodes d’interpolation, est l’interpolation polynomiale de Stirling [Norg 00]. Cette
méthode utilise des différences finies pour évaluer la fonction non-linéaire que l’on veut approcher.
Dans ce cas, les échantillons déterministes sont les points auxquels on fait les évaluations de la
fonction dans la méthode de différences finies.

On considère une variable aléatoire nx-dimensionnelle x, de moyenne x̄ et matrice de cova-
riance Px, et Sx est la factorisation de Cholesky de cette matrice de covariance, Px = SxS

T
x .

Cette variable aléatoire subit une transformation non-linéaire arbitraire, y = hNL(x), et l’on
veut calculer la moyenne ȳ, la covariance Py et la covariance croisée Pxy, de la variable aléatoire
transformée y. On définit aussi ei comme le i-ème vecteur unitaire (vecteur nul avec une seule
composante égale à 1 dans la i-ème position) et sxi

= [Sx]i, la i-ème colonne du facteur de
Cholesky de la matrice de covariance.

Pour les calculs détaillés et les expressions des opérateurs de Stirling multidimensionnels,
voir l’annexe C ou [Norg 00].

L’interpolation de Stirling scalaire de deuxième ordre s’écrit de la façon suivante,

hNL(x) = hNL(x̄) +D∆xhNL +
1

2
D2

∆x
hNL (2.52)

où les évaluation fonctionnelles, de premier et deuxième ordre, prennent respectivement la forme
suivante

D∆xhNL = (x− x̄)
hNL(x̄+ h) − hNL(x̄− h)

2h
(2.53)

D2
∆x
hNL = (x− x̄)2

hNL(x̄+ h) + hNL(x̄− h) − 2hNL(x̄)

h2
(2.54)

avec h la longueur de l’intervalle, et dans ce cas on a fait l’interpolation autour de la moyenne
x̄.
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Pour généraliser cette formulation, on cherche à blanchir la variable aléatoire x pour appliquer
indépendamment la formulation scalaire pour chaque dimension. On définit :

z
def
= S−1

x x (2.55)

h̃NL(z)
def
= hNL(Sxz) = hNL(x) (2.56)

Si l’on définit z̄ comme la moyenne de la variable aléatoire z, on peut approcher la variable
aléatoire y de la façon suivante

y = hNL(x) ≈ h̃NL(z̄) + D̃∆z
h̃NL +

1

2
D̃2

∆z
h̃NL (2.57)

et sa moyenne,

ȳ ≈ E

[
h̃NL(z̄) + D̃∆z

h̃NL +
1

2
D̃2

∆z
h̃NL

]

=
h2 − nx
h2

h̃NL(x̄) +
1

2h2

nx∑

i=1

(
h̃NL(x̄ + hsxi

) + h̃NL(x̄ − hsxi
)
)

(2.58)

De la même façon que pour la moyenne, et utilisant quelques manipulations algébriques, on peut
calculer la matrice de covariance et covariance croisée (pour un calcul détaillé voir [Norg 00]),

Py ≈ 1

4h2

nx∑

i=1

(
h̃NL(x̄ + hsxi

) − h̃NL(x̄ − hsxi
)
)(

h̃NL(x̄ + hsxi
) − h̃NL(x̄ − hsxi

)
)T

+
h2 − 1

4h4

nx∑

i=1

(
h̃NL(x̄ + hsxi

) + h̃NL(x̄ − hsxi
) − 2h̃NL(x̄)

)
×

×
(
h̃NL(x̄ + hsxi

) + h̃NL(x̄ − hsxi
) − 2h̃NL(x̄)

)T
(2.59)

Pxy ≈
1

2h

nx∑

i=1

sxi

(
h̃NL(x̄ + hsxi

) − h̃NL(x̄ − hsxi
)
)T

(2.60)

On peut voir, que dans la formule d’interpolation de Stirling, on utilise un ensemble de
points, x̄ ± hsxi

, pour évaluer les fonctions. Ces points sont générés de façon très similaire à
l’ensemble de points de l’UT. La valeur optimale de la longueur de l’intervalle, h, dépend de la
distribution de la variable aléatoire z. Pour minimiser l’erreur entre l’estimation de la moyenne
et la covariance, et le développement de Taylor de la vraie moyenne et covariance, h2 doit être
égal au kurtosis de z [Norg 00]. Pour une variable aléatoire Gaussienne la valeur optimale est
h =

√
3.

2.4.3.3 Approche quadrature de Gauss-Hermite

On appelle méthodes de quadrature, un type de méthodes d’approximation numérique d’une
intégrale. En général, on remplace le calcul de l’intégrale par une somme pondérée sur un certain
nombre de points du domaine d’intégration. La méthode de quadrature Gaussienne est une
méthode de quadrature exacte pour un polynôme de degré 2m − 1, si l’on utilise m points sur
le domaine d’intégration.

Considérons l’intégrale suivante

I(g(x)) =

∫ b

a
W (x)g(x)dx
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où {W (x) ≥ 0 ∀ x} est une fonction de pondération. Une approximation possible par quadrature
de I(g(x)) qui utilise m points est

I(g(x)) ≈
m∑

i=1

wig(ξi)

où {ξi, wi} sont appelés les points et poids de quadrature, respectivement. Les points de quadra-
ture sont réels, distincts et uniques, et on les choisit de façon à obtenir des degrés d’exactitude
les plus grands possibles. Alors, le problème principal dans ces méthodes est la recherche des
points de quadrature ξi et leurs poids associés wi.

Toutes les méthodes de quadrature Gaussienne reposent sur le théorème suivant :

Théorème 2.1 : Supposons que q(x) est un polynôme de degré N , tel que :

∫ b

a
q(x)ρ(x)xkdx = 0

où k est un entier quelconque dans [0, N − 1], et ρ est une fonction de pondération quelconque.
{ξ1, . . . , ξN} sont N racines de q(x). On peut construire la formule d’intégration suivante :

∫ b

a
g(x)ρ(x) ≈

N∑

i=0

wig(ξi)

On est sûr qu’il existe au moins un ensemble de poids {wi}, indépendant de g(x), tel que
l’approximation est exacte si g(x) est un polynôme de degré < 2N .

Méthode de Gauss-Hermite
Dans la méthode de quadrature de Gauss-Hermite, la fonction de pondération est une densité

Gaussienne, centrée et réduite, W (x) = e−x
2
, et l’intervalle d’intérêt est (−∞,∞).

Le théorème de Gauss-Hermite dit que l’on choisit les points de quadrature comme les racines
du polynôme d’Hermite de m-ème ordre. Cette méthode est exacte pour tous les polynômes de
degré ≤ (2m−1). À partir des points de quadrature on peut déterminer les poids correspondants
[Aras 07]. Le calcul des points et poids de quadrature est fait une fois pour toutes, et ces valeurs
peuvent être stockées en mémoire pour faire tourner l’algorithme. Mais le calcul des racines
de ces polynômes peut s’avérer très compliqué. Pour résoudre cette problématique il existe des
méthodes efficaces et plus simples pour calculer les points et poids de quadrature (voir l’annexe
C).

Si l’on suppose que l’on a ces deux ensembles (points ξi et poids wi), on peut écrire

I(g(x)) =

∫
g(x)N (x; 0, 1) dx ≈

m∑

i=1

wig(ξi) (2.61)

Dans le cas multidimensionnel, la quadrature de Gauss-Hermite s’écrit

I(g(x)) ≈
m∑

lnx=1

· · ·
m∑

l1=1

wlnx
· · ·wl1g(ξl1 · · · ξlnx

) =
mnx∑

l=1

w̃lg(ξl) (2.62)

avec w̃l =
∏nx

j=1wlj et ξl = [ξl1 · · · ξlnx
].



40 CHAPITRE 2. ESTIMATION BAYÉSIENNE

Alors, la méthode de Gauss-Hermite, nous sert à approcher des intégrales de la forme∫
g(x)N (x;0, Inx)dx. Cette intégrale peut être vue comme l’espérance mathématique de g(x), si

la variable aléatoire x suit une distribution Gaussienne, centrée et réduite. Dans un cas général,
les composantes de x, peuvent être corrélées, alors les intégrales d’interêt sont de la forme

E(g(x)) =

∫
g(x)N (x; x̄,Σ)dx (2.63)

Dans ce cas la solution de quadrature s’écrit

E (g(x)) ≈
m∑

lnx=1

· · ·
m∑

l1=1

wlnx
· · ·wl1g

(√
Σ[ξl1 · · · ξlnx

]T + x̄
)

=

mnx∑

l=1

w̃lg(
√

Σξl + x̄) (2.64)

avec w̃l =
∏nx

j=1wlj et ξl = [ξl1 · · · ξlnx
]T . Si l’on écrit Xl =

√
Σξl + x̄, on peut écrire finalement

E (g(x)) ≈
mnx∑

l=1

w̃lg(Xl) (2.65)

On peut voir qu’avec cette formulation, on peut approcher de façon déterministe, effectuant
une somme pondérée d’évaluations d’une fonction, une intégrale Gaussienne. Pour voir le lien
avec les deux méthodes précédentes, la SUT et la méthode d’interpolation de Stirling, il nous
faut voir comment approcher la moyenne et la covariance d’une variable aléatoire qui a subit
une transformation non-linéaire.

Pour une variable aléatoire x, de moyenne x̄ et matrice de covariance Pxx, on peut approcher
ces paramètres utilisant la quadrature de Gauss-Hermite. Si l’on prend m points par dimension,
l’approximation s’écrit

x̄ =

mnx∑

l=1

w̃lXl (2.66)

Pxx =

mnx∑

l=1

w̃l (Xl − x̄) (Xl − x̄)T (2.67)

Si l’on calcule la transformation des points de quadrature, Yl = g(Xl), on peut estimer la
moyenne, la covariance, et la covariance croisée de y

ȳ ≈
mnx∑

l=1

w̃lYl (2.68)

Pyy ≈
mnx∑

l=1

w̃l (Yl − ȳ) (Yl − ȳ)T (2.69)

Pxy ≈
mnx∑

l=1

w̃l (Xl − x̄) (Yl − ȳ)T (2.70)

2.4.3.4 Approche cubature

Les règles de cubature, sont des méthodes fortement efficaces pour approcher numériquement
des intégrales multidimensionnelles. Le problème des méthodes de quadrature présentées dans
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la section précédente, est principalement la croissance démesurée du nombre de points à évaluer,
avec l’augmentation de la dimension de l’état. Si l’on considère que pour avoir un bon résultat
on a besoin de α = 5 points par dimension, la méthode de quadrature de Gauss-Hermite est
seulement envisageable pour des dimensions nx ≤ 4. Au détriment de la qualité de l’estimation,
on peut prendre α = 3 points par dimension, dans ce cas on peut utiliser la méthode pour nx ≤ 6,
mais cela reste un état à dimension réduite. Aussi dans les autres méthodes présentées, la SUT
et l’interpolation de Stirling, l’estimation n’est bonne que pour des états à faible dimension.

Dans [Aras 09], les auteurs ont proposé des régles de cubature pour approcher les intégrales
du filtre Bayésien. La formulation du problème est la même que dans le cas de la quadrature de
Gauss-Hermite [Aras 07] et la solution est très similaire. La différence réside dans la façon dont
on calcule les points et poids pour approcher numériquement les intégrales (dans ce cas appelés
points et poids de cubature) et le nombre de points nécessaire.

L’idée est de profiter de la symétrie des densités Gaussiennes pour réduire énormement
le nombre de points à évaluer pour des états à grande dimension. Cela laisse envisager des
implémentations en temps réel. Dans la suite, on présente brièvement l’approche cubature de
[Aras 09].

On cherche à approcher l’intégrale du produit d’une fonction arbitraire par une densité
Gaussienne,

I(f) =

∫

Rnx

f(x)e−xxT

dx (2.71)

Si l’on prend x = ry, où r est un rayon et y un vecteur directeur, avec yTy = 1 et xTx = r2

pour r ∈ [0,∞), on peut réécrire l’intégrale (eq.(2.71)) sous une forme sphérique

I(f) =

∫ ∞

0

∫

Un

f(ry)rn−1e−r
2
dσ(y)dr (2.72)

=

∫ ∞

0
S(r)rn−1e−r

2
dr (2.73)

où la surface de la sphère est définie comme Un =
{
y ∈ R

nx |yTy = 1
}

et σ(·) est la mesure
de surface. L’intégrale (2.73) est une intégrale radiale, et S(r) est une intégrale sphérique avec
fonction de pondération w(y) = 1,

S(r) =

∫

Un

f(ry)dσ(y) (2.74)

L’idée est de calculer l’intégrale radiale avec une méthode de quadrature Gaussienne, et
l’intégrale sphérique avec une régle de cubature sphérique qui profite de la symétrie de la densité
Gaussienne pour réduire la nombre de points à évaluer. Dans [Aras 09], les auteurs argumentent
le fait qu’une régle symétrique de troisième ordre est suffisante.

On définit :

– Dans une région complètement symétrique, on appelle un point q un générateur, si q =
(q1, q2, . . . , qr, 0, . . . , 0) ∈ R

nx , avec qi ≥ qi+1 > 0, i = 1, . . . , (r − 1).
– On note [q1, q2, . . . , qr] l’ensemble de points complètement symétriques, obtenus à partir

de toutes les permutations et changements de signes possibles du générateur.
– [q1, q2, . . . , qr]i représente le i-ème élément de l’ensemble [q1, q2, . . . , qr].
– Exemple : l’ensemble de points [1] ∈ R

2, est

{[1, 0] , [0, 1] , [−1, 0] , [0,−1]}
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Règle sphérico-radiale : on suppose que l’on calcule l’intégrale radiale à partir de mr points
de quadrature, et l’intégrale sphérique, à partir de ms points de cubature,

∫ ∞

0
f(r)rnx−1e−r

2
dr ≈

mr∑

i=1

aif(ri) (2.75)

∫

Un

f(rs)dσ(s) ≈
ms∑

j=1

bjf(rsj) (2.76)

Alors une règle sphérico-radiale de cubature qui utilise (ms ×mr) points, s’écrit

∫

Rnx

f(x)e−xT xdx ≈
ms∑

j=1

mr∑

i=1

aibjf(risj) (2.77)

En faisant un changement de variable on peut écrire
∫

Rnx

f(x)N (x;µ,Σ) dx =
1√
πnx

∫

Rnx

f(
√

2Σx + µ)e−xT xdx (2.78)

Si l’on particularise le résultat pour la règle de cubature sphérico-radiale de troisième ordre
(voir l’annexe C), on a mr = 1 et ms = 2nx, alors le nombre total de points de cubature est
m = 2nx, et l’on peut écrire

∫

Rnx

f(x)N (x;0, I) dx ≈
m∑

i=1

wif(ξi) (2.79)

avec

ξi =

√
m

2
[1]i

wi =
1

m
, i = 1, . . . ,m

Avec cette approximation, on obtient une estimation de la moyenne et la covariance d’une
variable aléatoire qui a subi une transformation non-linéaire de la même façon qu’avec les règles
de quadrature de Gauss-Hermite.

2.4.4 Approximation du filtre Bayésien

Dans cette section, on présente séparément les différentes méthodes que l’on trouve dans
la littérature : le UKF, le CDKF, le QKF et le CKF. Chacune de ces méthodes correspond à
l’utilisation d’une des approches présentées dans la section précédente.

2.4.4.1 Unscented Kalman Filter

L’Unscented Kalman Filter est l’application directe de la SUT (voir section 2.4.3.1), à la
solution du filtre Bayésien sous l’hypothèse Gaussienne (voir section 2.4.2). On utilise la SUT
pour la propagation de la moyenne et la covariance dans la solution de Kalman.

Pour obtenir l’UKF, on calcule les points déterministes, Xi, et leurs poids associés, avec la
méthode SUT (eq. (2.47)), et l’on introduit le calcul des moyennes et covariances que l’on a
développé pour approcher la solution du filtre Bayésien sous l’hypothèse Gaussienne. On résume
la méthode pour le modèle avec des bruits additifs Gaussiens dans l’algorithme 9 (voir l’annexe
D).
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2.4.4.2 Central Difference Kalman Filter

Le CDKF applique la méthode d’interpolation de Stirling (voir section 2.4.3.2) à la solution
du filtre Bayésien sous l’hypothèse Gaussienne. On verra que la formulation est très similaire à
celle que l’on obtient avec l’UKF.

On a vu que dans la méthode d’interpolation de Stirling, les fonctions sont évaluées aux
points déterministes suivants

x̄ ± hsxi
(2.80)

où sxi
est la i-ème colonne de la racine-carrée de la matrice de covariance de x. On peut définir

l’ensemble d’échantillons déterministes suivant,

X0 = x̄ i = 0 w
(m)
0 =

h2 − nx

h2

Xi = x̄ +
h

h
√

Px

i

i
i = 1, . . . , nx w

(m)
i =

1

2h
i = 1, . . . , 2nx

Xi = x̄ −
h

h
√

Px

i

i
i = nx + 1, . . . , 2nx w

(c1)
i =

1

4h2
i = 1, . . . , 2nx

w
(c2)
i =

h2 − 1

4h4
i = 1, . . . , 2nx (2.81)

Comme dans le cas de la transformation SUT, on peut propager chaque échantillon au travers
de la fonction non-linéaire pour générer l’ensemble des points suivants

Yi = hNL (Xi) i = 0, . . . , 2nx (2.82)

On peut réécrire l’estimation des statistiques de la variable aléatoire transformée, y, de la manière
suivante [Merw 04]

ȳ ≈
2nx∑

i=0

w
(m)
i Yi (2.83)

Py ≈
nx∑

i=0

w
(c1)
i [Yi − Yi+nx ] [Yi − Yi+nx ]T

+

nx∑

i=0

w
(c2)
i [Yi + Yi+nx − 2Y0] [Yi + Yi+nx − 2Y0]

T (2.84)

Pxy ≈
nx∑

i=0

w
(m)
i [Xi − x̄] [Yi − Yi+nx ]T (2.85)

On note que cette formulation ressemble beaucoup à celle de la SUT. Si l’on compare les deux
approches, on voit que l’on a seulement une différence dans la façon de calculer la matrice de
covariance. La SUT utilise une formulation indirecte (on utilise la valeur estimée de la moyenne
pour calculer la covariance), et la formule d’interpolation de Stirling utilise une formulation
directe (la covariance est une fonction directe des points transformés). On résume le CDKF
pour le modèle avec des bruits additifs Gaussiens dans l’algorithme 10 (voir l’annexe D).

2.4.4.3 Quadrature Kalman Filter

Le Quadrature Kalman Filter a été proposé la première fois par Ito [Ito 00], et quelques
années plus tard a été reformulé à partir d’une approche régression statistique linéaire, par
Arasaratnam et Haykin [Aras 07]. Ce filtre utilise la méthode de quadrature de Gauss-Hermite
pour calculer les intégrales du filtre Bayésien Gaussien.
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On considère d’abord un modèle sans bruit, et l’on ajoutera l’effet de celui-ci à la fin. On
suppose qu’à l’instant k−1, on a une estimation de l’état, x̂k−1|k−1, et de la matrice de covariance
de l’erreur d’estimation, Pk−1|k−1. On calcule un ensemble de m points et poids de quadrature,
selon la règle de Gauss-Hermite, qui approchent une densité Gaussienne centrée et réduite,
{ξi, wi}. À partir des points de quadrature, on peut calculer un nouvel ensemble de points, de
façon que leur moyenne et covariance soient x̂k−1|k−1 et Pk−1|k−1,

Xi,k−1|k−1 =
√

Pk−1|k−1ξi + x̂k−1|k−1 i = 1, . . . ,m (2.86)

Comme on a fait avec l’UKF et le CDKF, on passe chaque échantillon déterministe au travers
la fonction de transition de l’état, pour obtenir la prédiction

X̃i,k|k−1 = f
(
Xi,k−1|k−1,uk−1

)
i = 1, . . . ,m (2.87)

On a vu dans la section 2.4.3.3, que l’on peut faire une estimation de la prédiction de l’état, et
de la matrice de covariance de l’erreur de prédiction

x̂k|k−1 =
m∑

i=1

wiX̃i,k|k−1 (2.88)

Pk|k−1 =

m∑

i=1

wi

(
X̃i,k|k−1 − x̂k|k−1

)(
X̃i,k|k−1 − x̂k|k−1

)T
(2.89)

Si l’on rajoute l’effet du bruit, la prédiction de l’état est la même, car le bruit est centré, et
la matrice de covariance de l’erreur de prédiction s’écrit

Pk|k−1 =
m∑

i=1

wiX̃i,k|k−1X̃ T
i,k|k−1 − x̂k|k−1x̂

T
k|k−1 + Qk (2.90)

Pour calculer la mise à jour de la prédiction, avec la nouvelle observation, on suit la même
procédure. On calcule un nouvel ensemble d’échantillons

Xi,k|k−1 =
√

Pk|k−1ξi + x̂k|k−1 i = 1, . . . ,m (2.91)

que l’on propage au travers de la fonction d’observation

Ỹi,k|k−1 = f
(
Xi,k|k−1,uk

)
i = 1, . . . ,m (2.92)

Si l’on linéarise le modèle d’observation et l’on applique la SLR [Aras 07], on peut obtenir une
estimation de la prédiction de l’observation, de la covariance de l’erreur de prédiction et de la
covariance croisée

ŷk|k−1 =

m∑

i=1

wiỸi,k|k−1 (2.93)

Pyy,k|k−1 =

m∑

i=1

wiỸi,k|k−1ỸTi,k|k−1 − ŷk|k−1ŷ
T
k|k−1 + Rk (2.94)

Pxy,k|k−1 =

m∑

i=1

wiXi,k|k−1ỸTi,k|k−1 − x̂k|k−1ŷ
T
k|k−1 (2.95)
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Avec ces approximations, il nous reste seulement à appliquer les équations de la correction
du filtre de Kalman (eqs. (2.40,2.41,2.42)). On voit que cette formulation est très similaire à
celle de l’UKF ou le CDKF. On note que dans le cas du QKF, le nombre d’échantillons est
m = αnx , où α est le nombre de points par dimension. On voit que le nombre d’échantillons
augmente beaucoup plus rapidement avec la dimension de l’état dans le QKF que dans les autres
méthodes, qui utilisent (2nx + 1) points. On résume le filtre dans l’algorithme 11 (voir annexe).

Étant donné que la génération des points de quadrature, n’est pas tout à fait simple pour un
cas multidimensionnel, on résume la procédure dans l’algorithme 7 (voir annexe). Le symbole ⊗
est le produit de Kronecker pour des tenseurs, et A1:i,: fait référence aux i premières lignes de
la matrice A.

2.4.4.4 Cubature Kalman Filter

Le Cubature Kalman Filter est une application directe de la règle de cubature sphérico-radiale
de troisième ordre développée dans la section 2.4.3.4. La structure du filtre est exactement la
même que celle du QKF présenté dans la section 2.4.4.3, mais au lieu d’utiliser les points et
poids de quadrature, on utilise les points et poids de cubature. On note que dans ce cas on
utilise m = 2nx points de cubature, ce qui est similaire au nombre de points utilisés dans l’UKF
ou le CDKF, et moindre comparé avec le nombre d’échantillons que l’on utilise dans le QKF. Le
filtre est résumé dans l’algorithme 11 (voir l’annexe D). Dans l’algorithme 8 (voir l’annexe D),
on a résumé le calcul des points et poids de cubature.

2.4.5 Vision d’ensemble des méthodes déterministes

Dans cette section, on donne une vision d’ensemble des méthodes que l’on a présenté dans
les sections précédentes : UKF, CDKF, QKF et CKF ; et avec cela on boucle la synthèse des mé-
thodes déterministes. On verra que toutes ces méthodes ont la même structure et qu’elles peuvent
être regroupées sous une même forme. On compare aussi les différents ensembles d’échantillons.

2.4.5.1 Méthode déterministe globale

On a présenté dans la section 2.4.3 les différentes approches existantes dans la littérature
pour la construction de méthodes déterministes, et dans la section 2.4.4 on a vu la construction
de chacune de ces méthodes.

Si l’on regarde les algorithmes que l’on a résumé dans l’annexe D (UKF, CDKF, QKF et
CKF), on peut voir que ces méthodes suivent une même structure. On présente dans la suite la
structure globale des méthodes déterministes :

Structure schématique des méthodes déterministes
– Initialisation
– Itération k

– Prédiction

1. Calcul d’un ensemble d’échantillons déterministes, à partir de l’estimation de l’état
et de la matrice de covariance disponible de l’itération précedente

2. Propagation des échantillons au travers de la fonction d’état

3. Estimation de la prédiction de l’état (k|k − 1)

4. Estimation de la matrice de covariance de l’erreur de prédiction de l’état

– Correction
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1. Calcul d’un nouvel ensemble d’échantillons déterministes. On utilise l’estimation de
l’état et l’estimation de la matrice de covariance obtenues dans l’étape de prédiction.

2. Propagation des échantillons au travers la fonction d’observation

3. Estimation de la prédiction de l’observation

4. Estimation de la matrice de covariance de l’erreur de prédiction de l’observation

5. Estimation de la matrice de covariance croisée entre l’observation et l’état

6. Calcul du gain de Kalman

7. Correction de l’état (k|k)
8. Correction de la matrice de covariance de l’erreur d’estimation de l’état

On note que l’étape qui fait la plus grande différence entre les différentes méthodes, est le
calcul de l’ensemble d’échantillons déterministes dans les étapes de prédiction et de correction,
car ce calcul dépend de l’approche adoptée (voir section 2.4.3). Dans la suite on détaille les
différences précises entre méthodes dans cette structure globale.

Initialisation : pour les quatre méthodes on a la même initialisation dans laquelle on déter-
mine l’état initial et sa matrice de covariance. De plus, on calcule les poids wi selon l’approche
adoptée. Pour les méthodes QKF et CKF on rajoute dans cette étape le calcul des échantillons
{ξi} selon les algorithmes 7 et 8.

Calcul des échantillons pour l’étape de prédiction : selon l’approche adoptée, on utilisera
une méthode différente pour calculer l’ensemble de m échantillons déterministes. La valeur de m
dépend de chaque méthode. Pour calculer cet ensemble, on utilise l’équation (2.47) pour l’UKF,
l’équation (2.81) pour le CDKF, et pour le QKF et le CKF, on utilise l’équation (2.86) avec
l’ensemble {ξi, wi} correspondant. Dans cette étape, on utilise l’estimation de l’état x̂k−1|k−1, et
de la matrice de covariance de l’erreur d’estimation Pk−1|k−1, disponibles à l’itération précédente
(k − 1).

Propagation : on propage les échantillons au travers de la fonction non-linéaire d’état, pour
obtenir un ensemble d’échantillons image. Cette étape est la même pour toutes les méthodes,

X̃i,k|k−1 = f
(
Xi,k−1|k−1,uk−1

)
i = 1, . . . ,m (2.96)

Estimation de la prédiction de l’état : cette étape est la même pour les quatre méthodes,

x̂k|k−1 =
m∑

i=1

wiX̃i,k|k−1 (2.97)

Estimation de la matrice de covariance : pour estimer la matrice de covariance de l’erreur
de prédiction on a deux expressions différentes. Pour l’UKF, le QKF et le CKF, on calcule cette
matrice selon

Pk|k−1 =

m∑

i=1

wiX̃i,k|k−1X̃ T
i,k|k−1 − x̂k|k−1x̂

T
k|k−1 + Q (2.98)
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et dans le CDKF on utilise une expression un peu différente

Pk|k−1 =

nx∑

i=1

[
w

(c1)
i

(
X̃i,k|k−1 − X̃nx+i,k|k−1

)2

+w
(c2)
i

(
X̃i,k|k−1 + X̃nx+i,k|k−1 − 2X̃0,k|k−1

)2
]

+ Q (2.99)

Calcul des échantillons pour l’étape de correction : pour calculer le nouvel ensemble
d’échantillons pour l’étape de correction, on utilise les mêmes expressions qu’à l’étape de pré-
diction, sauf que l’on utilise les valeurs obtenues dans l’étape de prédiction, x̂k|k−1 et Pk|k−1.

Propagation : on propage les échantillons au travers de la fonction non-linéaire d’observation.
Cette étape est la même pour toutes les méthodes,

Ỹi,k|k−1 = h
(
Xi,k|k−1,uk

)
i = 1, . . . ,m (2.100)

Estimation de la prédiction de l’observation : comme dans l’étape de prédiction, l’esti-
mation de la prédiction de l’observation est la même pour toutes les méthodes,

ŷk|k−1 =
m∑

i=1

wiỸi,k|k−1 (2.101)

Estimation de la matrice de covariance : pour estimer la matrice de covariance de l’erreur
de prédiction de l’observation on a deux expressions différentes. Pour l’UKF, le QKF et le CKF,
on calcule cette matrice selon

Pyy,k|k−1 =
m∑

i=1

wiỸi,k|k−1ỸTi,k|k−1 − ŷk|k−1ŷ
T
k|k−1 + R (2.102)

et dans le CDKF on utilise une expression un peu différente

Pyy,k|k−1 =

nx∑

i=1

[
w

(c1)
i

(
Ỹi,k|k−1 − Ỹnx+i,k|k−1

)2

+w
(c2)
i

(
Ỹi,k|k−1 + Ỹnx+i,k|k−1 − 2Ỹ0,k|k−1

)2
]

+ R (2.103)

Estimation de la matrice de covariance croisée : pour estimer la matrice de covariance
croisée, comme pour la matrice de covariance de l’erreur de prédiction, on a deux expressions
différentes. Pour l’UKF, le QKF et le CKF, on calcule cette matrice selon

Pxy,k|k−1 =

m∑

i=1

wiXi,k|k−1ỸTi,k|k−1 − x̂k|k−1ŷ
T
k|k−1 (2.104)

et dans le CDKF on utilise une expression un peu différente

Pxy,k|k−1 =

√
w

(c1)
1 Pk|k−1

[
Ỹ1:nx,k|k−1 − Ỹnx+1:2nx,k|k−1

]T
(2.105)
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Solution de Kalman : le calcul du gain de Kalman, et les équations de correction de l’es-
timation de l’état et de la matrice de covariance de l’erreur d’estimation, sont les mêmes pour
toutes les méthodes (eqs. (2.40,2.41,2.42)).

On résume cette méthode dans l’algorithme 4. Avec cela on a une méthode déterministe
globale, qui englobe toutes les méthodes présentées précédemment. Dans la suite on donne
quelques similarités entre les différents ensembles d’échantillons déterministes.

Algorithm 4 Méthode déterministe globale
Require: Les observations y, les entrés u, l’état initial x0, la covariance de l’état initial P0, et les

statistiques des bruit d’état et d’observation, Q et R.
1: Fixer x̂0|0 = x0 et P0|0 = P0

2: Déterminer le nombre d’échanillons m, en fonction de la dimension de l’état nx et du nombre d’échan-
tillons par dimension α.

3: Calculer un ensemble de poids {wi}, selon l’approche adoptée.
4: Si l’on implémente le QKF ou le CKF, calculer un ensemble de points de quadrature {ξi}, selon

l’algorithme 7 ou 8, respectivement.
5: for k = 1 to ∞ do

6: Prédiction

7: Calcul des échantillons pour l’étape de prédiction selon l’approche adoptée ( eq. (2.47) pour l’UKF,
eq. (2.81) pour le CDKF, et eq. (2.86) pour le QKF et le CKF), avec bxk−1|k−1 et Pk−1|k−1 :
˘

Xi,k−1|k−1, i = 1, . . . , m
¯

.
8: Propagation des échantillons au travers de la fonction d’état

X̃i,k|k−1 = f
`

Xi,k−1|k−1,uk−1

´

i = 1, . . . , m (2.106)

9: Estimation de la prédiction de l’état

bxk|k−1 =

m
X

i=1

wiX̃i,k|k−1 (2.107)

10: Estimation de la matrice de covariance de l’erreur de prédiction de l’état Pk|k−1, avec l’équation corres-
pondante selon l’approche adoptée : eq. (2.98) ou eq. (2.99).

11: Correction

12: Calcul des échantillons pour l’étape de prédiction selon l’approche adoptée ( eq. (2.47) pour l’UKF,
eq. (2.81) pour le CDKF, et eq. (2.86) pour le QKF et le CKF), avec bxk|k−1 et Pk|k−1 :
˘

Xi,k|k−1, i = 1, . . . , m
¯

.
13: Propagation des échantillons au travers de la fonction d’observation :

Ỹi,k|k−1 = h
`

Xi,k|k−1,uk

´

i = 1, . . . , m (2.108)

14: Estimation de la prédiction de l’observation

byk|k−1 =

m
X

i=1

wiỸi,k|k−1 (2.109)

15: Estimation de la matrice de covariance de l’erreur de prédiction de l’observation Pyy,k|k−1, avec l’équation
correspondante selon l’approche adoptée : eq. (2.102) ou eq. (2.103).

16: Estimation de la matrice de covariance croisée Pxy,k|k−1, avec l’équation correspondante selon l’approche
adoptée : eq. (2.104) ou eq. (2.105).

17: Correction de l’état et de la matrice de covariance de l’erreur d’estimation avec la solution de Kalman :

bxk|k = bxk|k−1 + Kk

`

yk − byk|k−1

´

(2.110)

Pk|k = Pk|k−1 − KkPyy,k|k−1K
T
k (2.111)

avec le gain de Kalman Kk = Pxy,k|k−1P
−1
yy,k|k−1.

18: end for
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2.4.5.2 Comparaison des ensembles d’échantillons

Chacun des ensembles que l’on a présenté dans la section 2.4.3 est construit à partir de bases
théoriques distinctes mais certains points cöıncident. On note que sous certaines conditions les
différentes formulations donnent lieu au même ensemble.

Pour une dimension de l’état nx = 1 et κ = 2, l’ensemble UKF cöıncide avec celui généré par
le QKF [Ito 00]. L’ensemble UKF cöıncide aussi avec l’ensemble CKF si l’on considère κ = 0,
mais la justification théorique n’existait pas jusqu’au développement du CKF [Aras 09]. Dans
d’autres conditions, on peut trouver des valeurs pour lesquelles les points cöıncident mais les
poids sont différents.

2.4.6 Version racine-carrée des méthodes déterministes

Dans les sections précédentes, on a vu comment construire l’UKF à partir de la SUT, le
CDKF en utilisant les formules d’interpolation de Stirling, et les QKF/CKF avec les méthodes
de quadrature et cubature. Ensuite on a vu que toutes ces méthodes ont des points en commun,
et c’est pour cela que l’on les classe dans la même famille : les méthodes déterministes.

Du point de vue de la stabilité numérique des méthodes déterministes, le point clé est le calcul
de la racine-carrée de la matrice de covariance à chaque itération. Une matrice de covariance est
symétrique et définie positive, et ce sont deux propriétés qu’il faut conserver pour avoir un filtre
stable.

Dans les solutions déterministes, le calcul de la racine-carrée de la matrice de covariance,
l’inversion de cette matrice ou la soustraction de deux matrices définies positives, peut provoquer
que les matrices de covariance deviennent non-symétriques ou non-définies positives et cela peut
impliquer la divergence des filtres. Les solutions à ces problèmes sont les solutions racine-carrée
des méthodes déterministes.

L’idée des versions racine-carrée est de propager la racine-carrée des matrices de covariance
dans les étapes de prédiction et correction, au lieu de propager la matrice de covariance di-
rectement. Cela implique la conservation des propriétés des matrices et une meilleure précision
numérique. On note que d’un point de vue algébrique la version standard et la version racine-
carrée sont équivalentes.

Il existe des versions racine-carrée des quatre méthodes déterministes [Merw 04, Aras 08,
Aras 09], que l’on nomme SUKF, SCDKF, SQKF et SCKF. Étant donné que les deux filtres
qui obtiennent des meilleurs performances sont le QKF et le CKF, on ne présente que la version
racine-carrée de ces deux filtres.

On définit S = Tria (A) comme une méthode de triangulation générale (par exemple, une
décomposition QR), où A ∈ R

p×q, p < q, et S est une matrice triangulaire inférieure. On veut
avoir une matrice racine-carrée triangulaire de dimension p× p pour des facilités de calcul. On
peut assurer cela, par exemple, avec une décomposition QR. Si la matrice AT est décomposée
en deux matrices, une matrice orthogonale Q ∈ R

q×p et une matrice triangulaire supérieure
R ∈ R

p×p, telles que AT = QR, la matrice de covariance P peut s’écrire

P = AAT = RTQTQR = RTR = SST (2.112)

avec S = RT .
Cette structure triangulaire rend possible la substitution en arrière ou en avant, à la place

de l’inversion d’une matrice. On note cette opération “/”, qui fait référence à une substitution
en arrière pour une matrice triangulaire supérieure et substitution en avant pour une matrice
triangulaire inférieure. On résume la version racine-carrée des méthodes QKF et CKF, dans
l’algorithme 5.
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Algorithm 5 Square-root Quadrature/Cubature Kalman Filter (SQKF/SCKF)

Require: Les observations y, l’état initial x0 = x̂0|0, la covariance de l’état initial P0 = S0|0S
T
0|0, et les

statistiques des bruit d’état et d’observation, Qk et Rk.

1: Calculer un ensemble de points et poids de quadrature, {ξi, wi}, selon l’algorithme 7 ou 8, selon si
l’on implémente le QKF ou le CKF.

2: Fixer W = diag(
√
wi)

3: for k = 1 to ∞ do

4: Prédiction :
5: Évaluation des échantillons :

Xi,k−1|k−1 = Sx,k−1|k−1ξi + x̂k−1|k−1, i = 1, ...,m.

6: Évaluation des échantillons propagés :
X̃i,k|k−1 = f(Xi,k−1|k−1,uk−1).

7: Estimation de la prédiction de l’état :
x̂k|k−1 =

∑m

i=1 wiX̃i,k|k−1.
8: Estimation de la racine-carrée de covariance de l’erreur de prédiction :

Sk|k−1 = Tria
([

X̃k|k−1 SQk−1

])
, où :

SQk−1
est la racine-carrée de la matrice Qk−1, et

X̃k|k−1 =
h

X̃1,k|k−1 − x̂k|k−1 · · · X̃m,k|k−1 − x̂k|k−1

i

W.

9: Correction :
10: Évaluation des échantillons pour la correction :

Xi,k|k−1 = Sk|k−1ξi + x̂k|k−1, i = 1, ...,m.

11: Évaluer les échantillons propagés :
Ỹi,k|k−1 = h(Xi,k|k−1,uk).

12: Estimer la prédiction de l’observation :
ŷk|k−1 =

∑m
i=1wiỸi,k|k−1.

13: Estimer la racine-carrée de la matrice de covariance de l’innovation :
Sy,k|k−1 = Tria

([
Yk|k−1 SRk

])
, où :

SRk
est la racine-carrée de la matrice Rk, et

Yk|k−1 =
h

Ỹ1,k|k−1 − ŷk|k−1 · · · Ỹm,k|k−1 − ŷk|k−1

i

W.

14: Estimer la matrice de covariance croisée :
Pxy,k|k−1 = Xk|k−1Y

T
k|k−1, où :

Xk|k−1 =
ˆ

X1,k|k−1 − x̂k|k−1 · · · Xm,k|k−1 − x̂k|k−1

˜

W.

15: Estimer la gain de Kalman :

Kk =
(
Σxy,k|k−1/S

T
y,k|k−1

)
/Sy,k|k−1.

16: Correction de l’état :
x̂k|k = x̂k|k−1 + Kk

(
yk − ŷk|k−1

)
.

17: Estimer la racine carrée de la correction de la matrice de covariance de l’erreur :
Sk|k = Tria

([
Xk|k−1 − KkYk|k−1 KkSRk

])
.

18: end for

2.5 Bornes Bayésiennes

Cette section donne une brève introduction aux bornes Bayésiennes. On donne un état de
l’art et l’on présente la théorie de base pour la famille des bornes de Cramér-Rao, qui sont les
plus utilisées en traitement du signal, et celles que l’on utilise dans cette thèse comme référence.
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2.5.1 Introduction

Les problèmes d’estimation sont présents dans presque tous les domaines scientifiques et en
particulier dans les systèmes de communication numérique. Dans des problèmes de synchronisa-
tion, il faut estimer des délais et des décalages de phase et de fréquence. En radiocommunication,
il faut estimer le canal de propagation. Dans des systèmes de navigation, il faut estimer la po-
sition d’un récepteur mobile, etc.

Un point crucial dans les problèmes d’estimation est l’obtention de bornes minimales de
performance, qui nous servent comme référence pour savoir si l’on a un “bon” estimateur ou
non.

Il y a deux approches possibles pour caractériser les problèmes d’estimation :

– Estimation classique, non-Bayésienne : on suppose que les paramètres à estimer sont des
inconnus déterministes.

– Estimation Bayésienne : on suppose que les paramètres à estimer sont des variables aléa-
toires avec une densité de probabilité a priori, ou des paramètres déterministes pour les-
quels on a une information a priori. Dans cette catégorie on peut inclure l’estimation
hybride, adapté au mélange de paramètres aléatoires et déterministes.

On appelle bornes Bayésiennes, les bornes associées a un problème d’estimation Bayésienne.
Une très bonne synthèse des bornes Bayésiennes a été faite récemment par Van Trees et Bell
[Tree 07]. Dans le calcul des bornes minimales Bayésiennes on peut distinguer deux familles

1. Bornes basées sur l’inégalité de Cauchy-Schwarz (famille de Weiss-Weinstein)

2. Bornes basées sur l’inégalite de Kotelnikov (famille de Ziv-Zakai)

On cite deux thèses dédiées à l’étude de ces deux familles, que l’on peut consulter pour
avoir une analyse très complète des bornes minimales : la thèse de Renaux sur la famille Weiss-
Weinstein [Rena 06] et la thèse de Bell pour la famille de Ziv-Zakai [Bell 95].

2.5.2 État de l’art

Dans la suite on donne l’état de l’art des bornes Bayésiennes les plus représentatives.

Bornes classiques

Avant les années 60, plusieurs bornes minimales, sur l’erreur quadratique minimale, pour
l’estimation des paramètres déterministes étaient apparues et déjà devenues classiques. Ces
bornes étaient toutes basées sur l’inégalité de Cauchy-Schwarz. Par exemple, la borne de Cramér-
Rao (CRB) [Tree 68] et la borne de Bhattacharyya [Bhat 46, Tree 68] pour de petites erreurs,
ou la borne de Barankin [Bara 49] et la borne de Hammersley-Chapman-Robbins [Hamm 50,
Chap 51], qui est la variante la plus souvent utilisée de la borne de Barankin.

Une des bornes les plus utilisées est la CRB. Toutes les autres bornes (la borne de Bhatta-
charyya, la borne de Barankin et la borne de Hammersley-Chapman-Robbins ) convergent vers
celle-ci dans la région d’erreurs faibles (fort SNR). Dans la région d’erreurs fortes, les estimateurs
ne peuvent pas atteindre la CRB, qui n’est pas une bonne borne dans ces conditions. C’est pour
cela que d’autres bornes ont été établies, afin d’offrir des résultats plus précis dans les régions
d’erreurs fortes. On dit qu’une borne est précise si elle approche bien les performances limites
de l’estimateur.
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Bornes Bayésiennes

On peut situer le début des bornes Bayésiennes à la fin des années 60, de la main de Van
Trees, qui a établi la version Bayésienne de la borne de Cramér-Rao (BCRB) et de la borne de
Bhattacharyya (BBHB)[Tree 68].

Dans la même période, Ziv et Zakai ont établi la borne qui est la base d’une nouvelle famille
[Ziv 69], la borne de Ziv-Zakai (ZZB). Cette borne relie l’erreur d’estimation avec la probabilité
d’erreur dans un problème de décision.

Dans les années suivantes, les bornes Bayésiennes (pour les deux familles : Weiss-Weinstein et
Ziv-Zakai) ont continué à évoluer, et beaucoup de nouveaux résultats ont été publiés. Bobrovsky
et Zakai, ont proposé la version Bayésienne de la borne de Barankin, la borne Bobrovsky-Zakai
(BZB) [Bobr 75, Bobr 76]. Weiss et Weinstein ont établi une borne qui généralise les bornes
basées sur l’inégalité de la covariance, la borne de Weiss-Weinstein (WWB) [Weis 85, Wein 88b].
La BCRB et la BZB sont des cas particuliers de la WWB. Au même moment, Bobrovsky et al.
[Bobr 87] ont proposé une borne Bayésienne de Cramér-Rao pondérée (Weighted BCRB), qui
est une version améliorée de la BCRB.

Bellini et Tartara [Bell 74] et Weinstein [Wein 88a] ont proposé des extensions de la ZZB,
mais la plus significative est la borne déterminée par Bell et al. [Bell 97, Bell 95], qui est une
extension de la ZZB adaptée à des paramètres vectoriels avec une distribution a priori arbitraire.

La combinaison de bornes (mélange de plusieurs types de bornes) Bayésiennes avait déjà été
étudié par Weiss dans sa thèse, mais récemment a été réprise par Renaux [Rena 06, Rena 08],
qui a étudié la version Bayésienne de la borne de Abel (BAB) [Abel 93]. Dans [Bell 06] on trouve
aussi la combinaison de différentes bornes.

Formes récursives : le premier article qui a proposé une borne Bayésienne récursive est
[Tich 98]. Cette borne a été étendue aux problèmes de lissage et prédiction [Sima 01]. Dans
[Bell 06], les auteurs proposent une borne combinée récursive. Il faut aussi citer des articles
récents, qui ont déterminé les versions récursives des bornes WWB, BBZ et BBHB [Rapo 07a,
Rapo 07b, Reec 05].

Formes simplifiées : généralement, les bornes Bayésiennes sont très difficiles à calculer, et
c’est pour résoudre ce problème qu’une borne de Cramér-Rao modifiée (MCRB) a été proposée
[DAnd 94, Gini 98]. Cette borne est normalement moins précise que la CRB, mais équivalente
à haut SNR. La version Bayésienne de cette borne (BMCRB) a été étudiée dans [Bobr 87].
Pour le cas d’un mélange de paramètres déterministes et aléatoires, une borne hybride a été
proposée (HCRB) [Tree 07, Bay 08a]. Une autre variante intéressante est la BCRB asymptotique
(ABCRB) [Bay 08b], qui est une combinaison des BCRB à haut et bas SNR. Cette borne est
moins précise que la BCRB, mais meilleure que la MBCRB.

2.5.3 Bornes de Cramér-Rao

La famille des bornes de Cramér-Rao (CRBs) est la famille des bornes la plus utilisée en
traitement de signal, à cause de sa (relative) simplicité de calcul par rapport aux autres bornes
de la famille de Weiss-Weinstein.

On note que l’on peut considérer deux cas d’estimation :

– Estimation en-ligne : on utilise, pour estimer le paramètre à l’instant courant µk, toute
les observations obtenues jusqu’à ce moment, y1:k.

– Estimation hors-ligne : on veut faire une estimation par bloc. On attend la réception de
tout le bloc, y1:K , pour estimer le bloc de paramètres, µ1:K
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2.5.3.1 Borne de Cramér-Rao standard et modifiée

On a un ensemble d’observation y et l’on veut estimer un vecteur de paramètres déterministes
N -dimensionel µ. On note µ∗ la valeur effective du paramètre.

Théorème 2.2 : si µ̂(y) est un estimateur non-biaisé de la variable réelle µ, il satistfait
l’inégalité suviante :

Ey|µ=µ∗

{
[µ̂(y) − µ∗][µ̂(y) − µ∗]T

}
≥ F−1(µ∗) (2.113)

où F(µ∗) est la matrice d’information de Fisher (FIM) [Cram 46],

F(µ∗) = Ey|µ=µ∗

[
−∆

µ
µ log p(y | µ) |µ=µ∗

]
(2.114)

avec la condition que, ∇µ
µ log p(y | µ) et ∆

µ
µ log p(y | µ), existent et sont intégrables.

Note : Voir l’annexe E pour la preuve.

Borne modifiée : il n’est pas toujours possible de trouver une forme analytique de la borne
de Cramér-Rao standard (SCRB). Pour avoir une référence dans ces cas, une borne modifiée
a été proposée (MCRB) [DAnd 94, Gini 98]. Le principe est d’éliminer la dépendance entre les
paramètres parasites et la vraisemblance, en utilisant une vraisemblance conditionnée aux para-
mètres et une espérance. Dans ce cas, la MCRB est égale à l’inverse de la matrice d’information
modifiée G(µ∗) (MFIM). Si l’on note les paramètres parasites β, la matrice MFIM peut être
définie

G(µ∗) = EβE
y|β,µ=µ∗

[
−∆

µ
µ log p(y | β,µ) |µ=µ∗

]
(2.115)

La borne MCRB est normalement moins précise que la SCRB mais plus facile à évaluer.

2.5.3.2 Borne de Cramér-Rao Bayésienne et Bayésienne modifiée

Les bornes SCRB et MCRB sont adaptées aux paramètres déterministes et non aux para-
mètres aléatoires. En particulier, ces bornes ne prennent pas compte des propriétés statistiques
des paramètres à estimer. La solution pour lever ces restrictions se trouve dans le contexte
Bayésien, où on suppose que l’on connâıt et on exploite la densité de probabilité a priori des
paramètres, p(µ).

Van Trees [Tree 68] a proposé la version Bayésienne de la borne de Cramér-Rao standard
(BCRB), pour l’estimation de paramètres aléatoires.

Théorème 2.3 : si l’on a un paramètre aléatoire µ et un vecteur d’observations y. L’estimateur
µ̂(y) satisfait l’inégalité suivante

Ey,µ
{
[µ̂(y) − µ][µ̂(y) − µ]T

}
≥ B−1 (2.116)

où B est la matrice d’information Bayésienne (BIM),

B = Eµ [F(µ)] + Eµ

[
−∆

µ
µ log p(µ)

]
(2.117)

et où F(µ) est la FIM (2.114).
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Les conditions suivantes doivent être vérifiées pour que l’inégalité (2.116) soit vérifiée :
∇µ

µ log p(y,µ) et ∆
µ
µ log p(y,µ), existent et sont intégrables par rapport à y et µ, et

lim
µ→±∞

∫
[µ̂(y) − µ] p(y | µ)p(µ)dy = 0

On définit

L(µ) =

∫
[µ̂(y) − µ] p(y | µ)dy (2.118)

Note : Voir l’annexe F pour la preuve.

Borne modifiée : de la même façon que pour la borne standard, on peut définir une borne
de Cramér-Rao Bayésienne modifiée (MBCRB) [Bobr 87], qui est l’inverse de la matrice d’infor-
mation suivante,

C = Eµ [G(µ)] + Eµ

[
−∆

µ
µ log p(µ)

]
(2.119)

où G(µ) est la MFIM (2.115). Cette borne, comme dans le cas déterministe, est plus facile à
calculer que la BCRB, mais moins précise.

On peut noter que dans (2.117) il y a deux termes bien differents : le premier fait référence
à l’information, relative aux paramètres à estimer, contenue dans les observations ; le deuxième,
fait référence à l’information a priori que l’on a sur les paramètres.

Note : on fait brièvement le lien entre les matrices qui nous donnent les bornes, et les cas
d’estimation en ligne et hors ligne. On peut voir que dans le premier cas, la borne est le dernier
élément de la diagonale de la matrice, ce qui correspond à l’estimation des paramètres à l’instant
courant à partir des observations présentes et passées. Par contre, dans le deuxième cas, à chaque
élément du bloc d’observation, correspond un élément de la diagonale de la matrice, par exemple,
pour l’estimation de µL sachant y1:K (L < K), la borne est l’élément (L,L) de la matrice
([B−1]L,L si l’on prend la BCRB).

2.5.3.3 Borne de Cramér-Rao Bayésienne asymptotique

La borne de Cramér-Rao Bayésienne asymptotique (ABCRB) [Bay 08b] est intéressante, car
elle est plus facile à calculer que la BCRB mais plus précise que la MBCRB. Le principe est la
combinaison des résultats à haut et bas SNR.

Si l’on regarde l’expression de la matrice d’information Bayésienne (2.117), on peut voir que
seul le premier terme dépend du SNR. On appelle ce terme J, alors

B = J + Eµ

[
−∆

µ
µ log p(µ)

]
(2.120)

On peut calculer ce terme à haut SNR, Jh et à bas SNR, Jl.

La borne asymptotique a été définie [Bay 08b] dans une application, où le terme J = JDIK
est une matrice diagonale. Dans ce cas, la borne asymptotique est l’inverse de la matrice suivante

BA = min(JDh
, JDl

)IK + Eµ

[
−∆

µ
µ log p(µ)

]
(2.121)

et l’on peut démontrer que

MBCRB ≤ ABCRB ≤ BCRB (2.122)

Dans le cas où la matrice J n’est pas diagonale, une formulation générale n’existe pas.
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2.5.3.4 Borne de Cramér-Rao Bayésienne hybride

On a un ensemble d’observations y et l’on veut estimer un vecteur de paramètres N -

dimensionnel hybride µ =
(
µTr µTd

)T
. On considère que notre vecteur de paramètres a une

partie aléatoire (µr) et une partie déterministe (µd), et ces deux parties peuvent être “statisti-
quement dépendantes”, c’est-à-dire les deux parties ne sont pas décorrélées. Dans ce cas, on doit
utiliser une borne hybride [Reuv 97]. On note µ∗

d la vraie valeur de la partie déterministe µd.
La densité de probabilité conjointe du couple (y,µ) est py,µ(y,µ) et la densité de probabilité a
priori de la partie aléatoire µ est p(µr | µ∗

d) 6= p(µr).

Si µ̂(y) est notre estimée de µ, la borne de Cramér-Rao Bayésienne hybride (HCRB) satisfait
l’inégalité suivante [Bay 08a],

Ey,µ|µ∗
d

{
[µ̂(y) − µ][µ̂(y) − µ]T | µ∗

d

}
≥ H−1(µ∗

d) (2.123)

où H(µ∗
d) est la matrice d’information hybride (HIM)

H(µ∗
d) = Ey,µr|µ∗

d

[
−∆

µ
µ log p(y,µr | µd) | µ∗

d

]
(2.124)

La HIM peut être réécrite en utilisant l’expansion logarithmique,

H(µ∗
d) = Eµr|µ∗

d
[F(µr,µ

∗
d)]

+Eµr|µ∗
d

[
−∆

µ
µ log p(µr | µd) | µ∗

d

] (2.125)

où on retrouve la matrice d’information de Fisher, F(µr,µ
∗
d). De cette expression, on peut

retrouver facilement la SCRB ou la BCRB, en mettant à zéro, soit la partie aléatoire, soit la
partie déterministe.

Si l’on sépare la partie aléatoire de la partie déterministe, on peut écrire la HIM de la façon
suivante :

H(µ∗
d) = Eµ

r
|µ∗

d
[F(µr,µ

∗
d)] − Eµ

r
|µ∗

d

(
∆

µ
r

µ
r
log p(µr | µ∗

d) ∆
µ

r

µ
d
log p(µr | µd) | µ∗

d

(∆
µ

r

µ
d
log p(µr | µd) | µ∗

d)
T ∆

µ
d

µ
d
log p(µr | µd) | µ∗

d

)

2.5.3.5 Borne de Cramér-Rao Bayésienne récursive

Quand on cherche une borne en ligne, on a souvent envie de trouver une forme récursive
de calcul. La première formulation récursive pour la borne de Cramér-Rao Bayésienne a été
déterminée par Tichavský et al. [Tich 98].

On note J la FIM (2.114). Si l’on suppose que le paramètre à estimer peut être séparé en

deux parties, µ =
(
µTα µTβ

)T
, on peut écrire la FIM comme une matrice bloc,

J =

[
Jαα Jαβ
Jβα Jββ

]
(2.126)

On peut démontrer que la borne de Cramér-Rao pour l’estimation de µβ, est l’inverse de la
matrice bloc du coin en bas, à droite de J−1, soit

Ey,µβ

{
[µ̂β(y) − µβ][µ̂β(y) − µβ]

T
}
≥
(
Jββ − JβαJ

−1
ααJαβ

)−1
(2.127)



56 CHAPITRE 2. ESTIMATION BAYÉSIENNE

Si l’on prend maintenant un problème d’estimation récursive, on peut séparer le vecteur de

paramètres de la manière suivante µ1:k+1 =
(
µT1:k µTk+1

)T
. Dans [Tich 98], on peut trouver la

démonstration qui établit le résultat suivant,

Jk+1 = D22
k − D21

k (Jk + D11
k )−1D12

k (2.128)

où Jk+1 représente la FIM associée à l’estimation de µk+1, et la définition des matrices Dij
k est

D11
k = E

[
−∆

µk
µk

log p(µk+1 | µk)
]

D12
k = E

[
−∆

µk+1
µk

log p(µk+1 | µk)
]

D21
k = E

[
−∆

µk
µk+1

log p(µk+1 | µk)
]

= (D12
k )T

D22
k = E

[
−∆

µk+1
µk+1

log p(µk+1 | µk)
]

+ E

[
−∆

µk+1
µk+1

log p(yk+1 | µk+1)
]

Avec cela, on a une forme récursive pour calculer la borne de Cramér-Rao Bayésienne associée
à l’estimation de µk+1 à partir de y1:k+1.
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3.1.2 Modèles d’évolution . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 61
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L
es méthodes fractionnées, sont présentes dans plusieurs étapes des récepteur, par exemple,
dans l’étape d’égalisation ou de synchronisation. Le concept fractionné fait référence à l’uti-

lisation d’un signal suréchantillonné, relativement au temps symbole. Intuitivement, on peut
penser que si l’on a plus d’échantillons par symbole, on a plus d’information pour recupérer
l’information utile, mais ça n’est pas toujours vrai, car il suffit par exemple de vérifier le théo-
rème de Nyquist-Shannon [Shan 48], pour que notre signal discret contienne toute l’information
nécessaire pour recupérer l’information utile. Dans les systèmes de communication par satellite,
on utilise des fonctions de mise en forme avec un grand excès de bande, où le théorème de
Nyquist-Shannon n’est pas vérifié avec un seul échantillon par temps symbole. C’est dans ce cas,
que l’on envisage d’étudier théoriquement le problème de la synchronisation fractionnée, face
aux méthodes qui utiliseraient un signal échantillonné au temps symbole.

Ce chapitre analyse le problème de la synchronisation fractionnée, c’est à dire, l’estimation de
phase et d’offset de fréquence en utilisant le signal reçu suréchantillonné. La section 3.1 présente
le modèle que l’on utilise dans le reste du chapitre. Le principe est de proposer une modélisation
d’état qui inclut le bruit coloré, pour le prendre en compte au même temps que l’on estime les
paramètres d’intérêt. Les bornes de Cramér-Rao associées aux problèmes d’estimation de phase
et d’estimation conjointe de phase et d’offset de fréquence, sont présentées dans la section 3.2.

3.1 Modélisation

On veut étudier en profondeur le problème d’estimation des paramètres de synchronisation.
Pour mener cette étude, on considère le modèle présenté dans le chapitre 1. On suppose une
séquence complexe connue {am}m∈Z

(synchronisation supervisée), transmise au travers d’un
canal avec bruit AWGN, une porteuse perturbé par un déphasage θ(t) et une amplitude ρ(t) = 1.

3.1.1 Modèle de signal suréchantillonné

3.1.1.1 Formulation discrète générale

Le signal complexe reçu en bande de base, après filtrage adapté au récepteur peut être écrit
comme

y(t) =

[{
Tc

La∑

m=1

amp(t−mTc − τ(t))

}
eiθ(t) + n(t)

]
∗ p∗(−t) (3.1)

où Tc, p(t) et n(t) sont la période chip, la fonction de mise en forme, et un bruit Gaussien
complexe circulaire avec une densité spectrale de puissance (psd) connue N0. On considère que
le délai est constant dans la fenêtre d’observation τ(t) = τ et l’on réécrit l’équation

y(t) = Tc

La∑

m=1

am

{
p(t)eiθ(t+mTc+τ)

}
∗ δ(t−mTc − τ) ∗ p∗(−t) + n(t) ∗ p∗(−t) (3.2)

On définit le bruit coloré filtré comme

b(t) = n(t) ∗ p∗(−t) (3.3)

et la fonction de mise en forme g̃m(t) comme

g̃m(t) = Tc

∫ +∞

−∞
p∗(−α)eiθ(t−α+mTc+τ)p(t− α)dα (3.4)
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D’après cela, le signal peut être écrit comme

y(t) = Tc

La∑

m=1

amp(t−mTc − τ)eiθ(t) ∗ p∗(−t) + b(t)

=

La∑

m=1

amg̃m (t−mTc − τ) + b(t) (3.5)

Désormais, on suppose que le support de la mise en forme p(t), est [0, Tc) et l’on suppose
une phase qui varie lentement dans une période Tc. Cette dernière hypothèse est normale dans
les systèmes de communication par satellite, car la variation de phase (à cause du bruit de
phase des oscillateurs, des effets Doppler, . . . ) dans une période chip est faible. Normalement,
le bruit de phase introduit par les oscillateurs, est moindre comparé à la variation en raison des
décalages Doppler [Meng 97]. Par rapport aux effets Doppler, il est facile de vérifier l’hypothèse
dans un scénario réel comme le système Galileo : dans le pire des cas, on peut considérer un
décalage Doppler maximal d’environ ±20 kHz. Si l’on suppose un taux chip de 1

Tc
= 1 Mchip/s,

la variation de phase maximale dans une période est d’environ ∆θ = 0.1 rad, ce qui correspond
à une gigue d’amplitude faible (0.1/2π = 1.6%) ou une variation de 0.01 rad2. Dans la suite on
considérera une phase avec une variance maximale de σ2

w = 0.1 rad2, pour prendre en compte
des bruits de phase plus forts, et en même temps vérifier l’hypothèse de variation faible dans
une période Tc.

D’après les hypothèses, on peut approcher g̃m(t) de la façon suivante

g̃m(t) ≈ g(t)eiθ(t+(m+ 1
2
)Tc+τ) (3.6)

où

g(t) = Tc

∫ 0

−Tc

p∗(−α)p(t− α)dα (3.7)

Si le signal reçu filtré, est suréchantillonné aux instants tk = k Tc

S +τ+τo, avec S un facteur de
suréchantillonnage entier et τo le décalage par rapport aux instants d’échantillonnage optimaux
(équivalent à l’erreur dans notre connaissance de τ), supposés connus et 0 ≤ τo <

Tc

S , on a

y

(
k
Tc

S
+ τ + τo

)
=
∑

m

amg̃m

(
k
Tc

S
+ τo −mTc

)
+ b

(
k
Tc

S
+ τ + τo

)
(3.8)

et d’après l’approximation (eq. 3.6) on peut écrire

y

(
k
Tc
S

+ τ + τo

)
= Ake

iθ(k Tc
S

+τ+τo+Tc
2

) + b

(
k
Tc
S

+ τ + τo

)
(3.9)

où

Ak =
∑

m

amg

(
k
Tc
S

+ τo −mTc

)
. (3.10)

On peut écrire finalement, d’une façon compacte, le modèle discret d’observation

yk = Ake
iθk + b′k (3.11)
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0 4 8 12 16 20 24
−1.5

−1

−0.5

0

0.5

1

1.5

2

2.5

 

 

Symbol and A
k
 sequences

t
k
=kT

c
/4

A
k

A
k

Symbol sequence

+1 +1 +1−1 −1 −1 −1

S=1 T
c
−Spaced Samples

S=2 T
c
/2−Spaced Samples

S=4 T
c
/4−Spaced Samples

Fig. 3.1 – Séquence chip émise et signal reçu avec un canal idéal. On peut distinguer les échan-
tillons pour S = 1, 2 et 4.

où k fait référence aux instants tk. θk = θ(k Tc

S + τ + τo + Tc

2 ) et b
′

k = b
(
k Tc

S + τ + τo
)
. On note

que le bruit b′k est un bruit coloré de variance σ2
n, qui est la variance du bruit Gaussien additif

n(t) mesuré dans la bande équivalente du filtre de réception p∗(−t). Si l’on note la transformée
de Fourier du filtre de mise en forme P (f), cette variance s’écrit

σ2
n =

∫ ∞

−∞
N0 |P (f)|2 df = N0

∫ ∞

−∞
|p(t)|2 dt = N0

g(0)

Tc
(3.12)

On peut définir l’indice symbole pS = ⌊ kS ⌋ (partie entière de k/S), ou de manière équivalente,
k = pSS + s avec s (s = 0, · · · , S − 1) l’indice sous-symbole (i.e. la position dans l’intervalle
symbole). {Ak}k∈Z

est une séquence avec une puissance non-stationnaire pour S > 1, même si
{am}m∈Z

est une séquence de puissance stationnaire (|am|2 = 1).
Dans la figure 3.1, on montre un exemple de transmission d’une séquence a de longueur

7 symboles, avec mise en forme BOC (voir la section 1.2), à travers un canal parfait (sans
déphasage, sans bruit additif et synchronisé (τ connu et τo = 0)). On peut voir le signal émis
(rouge) et le signal reçu après filtrage adapté (bleu). On a marqué avec de grands cercles, les
échantillons du cas S = 1 (points de référence). Si l’on prend les grands cercles plus les grands
carrés, on a les échantillons du cas S = 2 (on appelle les grands carrés, points intermédiaires).
Et finalement, les petits carrés sont les échantillons que l’on obtient si l’on utilise un facteur de
suréchantillonnage égal à S = 4.

Si l’on regarde le résultat avec S = 4, on voit que les échantillons que l’on rajoute par rapport
au cas S = 2, sont presque tous nuls, ainsi ces échantillons apportent peu d’information pour
l’estimation.

3.1.1.2 Re-formulation discrète pour le bruit

Dans la sous-section précédente, on a défini la séquence de bruit {b′k}k∈Z
, à partir du bruit

analogique n(t). Ici on présente une reformulation du problème, pour remplacer cette série tem-
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porelle par une nouvelle séquence de bruit {bk}k∈Z
avec les mêmes propriétés statistiques, mais

obtenue à partir d’une formulation discrète. Cette formulation sera utile pour inclure ce bruit
dans la formulation d’état. On peut écrire

b′k =
∫ Tc

0 n
(
α+ k Tc

S + τ + τo
)
p∗ (α) dα

=
∑S−1

j=0

∫ (j+1)Tc
S

j Tc
S

n
(
α+ k Tc

S + τ + τo
)
p∗ (α) dα

(3.13)

Si l’on aN mesures, la matrice de covarianceN×N , Γ, du bruit d’observation
(
b
′

0, . . . , b
′

N−1

)
,

dépend du facteur de suréchantillonnage S. Par exemple, pour S = 2, on a une matrice tri-
diagonale

Γ =
N0

Tc





g(0) g(−Tc

2 )

g(Tc

2 )
. . .

. . .

. . . g(−Tc

2 )
g(Tc

2 ) g(0)




(3.14)

Les variables aléatoires

Zk,j =

∫ (j+1)Tc
S

j Tc
S

n

(
α+ k

Tc
S

+ τ + τo

)
p∗ (α) dα (3.15)

sont Gaussiennes de moyennes nulles. De plus, à k fixé, les variables aléatoires Zk,j et Zk,j′ sont
indépendantes pour j 6= j′. Leur variance est

E
(
|Zk,j |2

)
= N0

∫ (j+1)Tc
S

j Tc
S

|p (α)|2 dα (3.16)

On peut définir une séquence stationnaire Gaussienne i.i.d., de moyenne nulle et variance
unité {nk}k∈Z

et

Πj =

{
N0

∫ (j+1)Tc
S

j Tc
S

|p (α)|2 dα

} 1
2

(3.17)

Les échantillons b′k ont les mêmes propriétés statistiques que les échantillons bk, obtenus à
partir du filtrage de la série temporelle nk :

bk =
S−1∑

j=0

Πjnk−j−1 (3.18)

Avec cette formulation, on peut inclure le bruit d’observation coloré dans le modèle d’état,
pour prendre en compte la corrélation entre les différents échantillons du bruit.

3.1.2 Modèles d’évolution

Dans cette sous-section, on introduit la modélisation des paramètres de synchronisation. On
considère deux cas différents : l’estimation de phase, et l’estimation conjointe de la phase et du
décalage Doppler.
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3.1.2.1 Modèle de phase

En pratique, on doit considérer des gigues introduites par les imperfections des oscillateurs
et les perturbation du canal. Pour prendre en compte ces effets on considère une évolution de la
phase Brownienne [Ambl 03] :

θk = θk−1 + wk k ≥ 2 (3.19)

avec wk, une séquence Gaussienne, i.i.d. et de moyenne nulle, avec une variance connue σ2
w

S ,
où σ2

w est la variance de l’incrément de phase dans une période. On note que la variance du
bruit Gaussien est liée directement à la vitesse d’évolution de la phase. La matrice de covariance
N ×N , du décalage de phase θ = [θ1 · · · θN ]T , si l’on considère que σ2

θ0
= 0, s’écrit

Σ =
σ2
w

S





1 1 1 · · · 1
1 2 2 · · · 2
1 2 3 · · · 3
...

...
...

. . .

1 2 3 N




(3.20)

et son inverse prend une forme tri-diagonale.

Σ−1 =
S

σ2
w





1 −1
−1 2 −1

. . .
. . .

. . .

2 −1
−1 1




(3.21)

3.1.2.2 Modèle conjoint de phase et de Doppler

Normalement, on a un décalage de fréquence entre la porteuse d’émission et celle du récep-
teur, ou des effets Doppler, et donc, la distorsion de phase est linéaire avec le temps. On modifie
le modèle de phase du paragraphe précedent (eq. (3.19)) pour prendre en compte les décalages
fréquentiels. On suppose une phase Brownienne avec une dérive constante [Ambl 03] :

θk = θk−1 + δk−1 + wk
δk = δk−1

(3.22)

avec k ≥ 2, wk est une séquence Gaussienne, de moyenne nulle, i.i.d. et de variance connue σ2
w

S ,
et δk est une dérive constante inconnue. σ2

w est la variance de l’incrément de phase dans une
période. La matrice de covariance du décalage de phase dans ce cas, est la même que dans le
paragraphe précedent (eq. (3.20)).

3.1.3 Modèle d’état

Quand on veut utiliser une approche de filtrage optimal, on a besoin d’une formulation en
modèle d’état. Étant donné que l’on veut prendre en compte que le bruit, à la sortie du filtre
adapté, est coloré, on doit l’inclure dans le modèle d’état.
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D’abord on considère un vecteur glissant
[
νk νk−1 · · · νk−S+1

]T
sur un bruit i.i.d. nk.

On peut écrire l’évolution de ce vecteur





νk
νk−1

...
νk−S+1




=





0 · · · · · · 0
1 0 · · · 0

0
. . .

...
1 0









νk−1

νk−2
...

νk−S




+





nk
0
...
0




(3.23)

Le bruit coloré bk peut s’écrire de la façon suivante

bk = [Π0 · · ·ΠS−1]





νk−1

νk−2
...

νk−S




(3.24)

L’état dépend des paramètres que l’on veut prendre en compte. Si l’on considère l’estimation
de phase, l’état inclut les décalages de phase et le bruit coloré. Si l’on considère l’estimation
de phase et d’offset de fréquence, l’état inclut, en plus du décalage de phase et du bruit coloré,
l’offset de fréquence. On présente le cas le plus général :

xk =
[
θk δk bk νk · · · νk−S+1

]T
(3.25)

On définit la matrice d’évolution

MK =





1 1 0 0 0 · · · 0
0 1 0 0 0 · · · 0
... 0 0 Π0 Π1 · · · ΠS−1

... 0 0 0 · · · 0
0 1 0 · · · 0

0 0 1
...

. . .
. . .

. . .
. . .

0 1 0





(3.26)

et le vecteur vk =
[
wk 0 0 nk 0 · · · 0

]T
. Avec ça on peut définir l’évolution de l’état

xk = MKxk−1 + vk (3.27)

L’équation d’observation peut s’écrire en fonction de l’état

yk = Ak exp
(
i
[

1 0 · · · 0
]T

xk

)

+
[

0 0 1 0 · · · 0
]T

xk
= Ak exp (iθk) + bk

(3.28)

On remarque que l’équation d’état est linéaire et que l’observation dépend, de façon non-
linéaire, de l’état. Avec cette formulation, on n’a pas de bruit d’observation, car on l’a inclut
dans l’état.
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3.2 Bornes de Cramér-Rao pour la synchronisation fractionnée

La famille des bornes de Cramér-Rao (CRBs) donne des bornes minimales sur l’erreur qua-
dratique moyenne (MSE) qu’un estimateur non biaisé peut atteindre. Dans la Section 2.5 du
Chapitre 2 on a présenté la théorie de base des CRBs, qui sera appliquée dans cette section à
nos problèmes d’estimation.

Dans cette section, on présente le calcul des bornes associées au problème modélisé dans la
section 3.1. D’abord, on établit la borne de Cramér-Rao Bayésienne pour l’estimation de phase,
et ensuite la borne hybride pour l’estimation de phase et d’offset de fréquence, qui est similaire
à la première. Ensuite, on présente les résultats pour quelques scénarios précis, où l’on trace les
bornes en considérant plusieurs facteurs de suréchantillonnage, par rapport au SNR, à la vitesse
de variation de la phase et à l’erreur d’estimation du délai. On note que pour S = 1 le bruit
d’observation est blanc, par contre, pour S > 1, ce bruit est coloré. Ainsi, la borne que l’on
détermine est valable pour des bruits colorés.

3.2.1 Borne de Cramér-Rao Bayésienne pour l’estimation de phase

On veut établir une CRB pour l’estimation des décalages de phase, qui sont des paramètres
aléatoires, avec une densité de probabilité a priori connue, donc on calculera une borne Bayé-
sienne. On veut calculer la borne en-ligne, cela veut dire qu’à l’instant k, le récepteur fait la mise
à jour du vecteur d’observation, en ajoutant la nouvelle mesure, yk, pour estimer le paramètre
à cet instant, θk. On considère y le vecteur N -dimensionnel qui contient toutes les mesures.

On se place dans un contexte d’estimation supervisée (borne DA) et l’on suppose que la
séquence de symboles transmise est connue, ainsi que les statistiques du modèle d’état, σ2

w, et le
délai, τ .

On utilise le modèle présenté dans la section 3.1 (eqs. (3.19,3.28)) :

θk = θk−1 + wk (3.29)

yk = Ak exp (iθk) + bk (3.30)

où, comme on l’a déjà dit, {bk k = 1, . . . , N} est un bruit coloré avec matrice de covariance Γ,
de taille N ×N . L’indice k fait référence aux instants tk, les Ak sont les coefficients définis dans
l’équation (3.10) et θ = [θ1 · · · θN ]T .

On rappelle l’expression de la BIM

B = E
y,θ

[
−∆θ

θ log p(y | θ)
]

+ Eθ

[
−∆θ

θ log p(θ)
]

= BD + BP (3.31)

Pour calculer cette matrice, on a besoin de la fonction de vraisemblance et de la densité de
probabilité a priori. De l’équation d’observation (3.28), on sait que la log-vraisemblance s’écrit

log p(y | θ) = log 1
πN |det(Γ)| − [y − m]H Γ−1 [y − m] (3.32)

où m est le vecteur moyenne de y, de kieme élément [m]k = Ake
iθk . Le logarithme de la densité

de probabilité a priori s’écrit

log p(θ) = log p(θ1) + (N − 1) log
( √

S√
2πσw

)

−∑N
k=2

(Sθk−θk−1)2

2σ2
w

(3.33)
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Le premier terme de la BIM (eq.(3.31)) peut être calculé à partir de la vraisemblance
(eq.(3.32)). On note Λ(θ) = log p(y | θ). Si l’on calcule la dérivée par rapport aux lieme et
kieme éléments de θ, on obtient

∂2Λ(θ)

∂θk∂θl
= 2ℜ

{
∂2mH

∂θk∂θl
Γ−1[y − m] − ∂mH

∂θl
Γ−1∂m

∂θk

}
(3.34)

Le (k, l)ieme élément de la matrice BD est

[
BD
]
k,l

= Eθ

{
E

y|θ

{
−∂2Λ(θ)

∂θk∂θl

}}

= Eθ

{
2ℜ
{
∂mH

∂θl
Γ−1 ∂m

∂θk

}}

= 2ℜ
{
A∗
lAk ·

[
Γ−1

]
k,l
Eθ

{
ej(θk−θl)

}}
(3.35)

On peut écrire

Eθ

{
ei(θk−θl)

}
= Eθ

{
ei(u

T
kl
θ)
}

= φ (ukl)
(3.36)

avec uTkl = [0, · · · , 0, (+1), 0, · · · , 0, (−1), 0, · · · , 0], +1 dans la kieme position du vecteur et −1
dans la lieme, φ(·) est la fonction caractéristique d’une variable Gaussienne θ :

φ (ukl) = exp
{
−1

2u
T
klΣ

−1 ukl
}

= exp
{
−1

2

([
Σ−1

]
k,k

+
[
Σ−1

]
l,l
− 2

[
Σ−1

]
k,l

)} (3.37)

avec Σ la matrice de covariance des décalages de phase θ (eq.(3.20)). Finalement,

[
BD
]
k,l

= 2ℜ
{
A∗
lAk

[
Γ−1

]
k,l
eΨk,l

}
(3.38)

avec

Ψk,l =

{
−1

2

([
Σ−1

]
k,k

+
[
Σ−1

]
l,l
− 2

[
Σ−1

]
k,l

)}
(3.39)

On note que puisque
[
Σ−1

]
prend une forme tri-diagonale (voir eq.(3.21)), les éléments[

Σ−1
]
k,l

sont non-nuls seulement si | k − l |≤ 1. On en déduit les valeurs suivantes :

–
[
Σ−1

]
|k−l|=1

= −S/σ2
w

–
[
Σ−1

]
k,k

= 2 S
σ2

w
, pour 2 < k < N − 1

–
[
Σ−1

]
1,1

=
[
Σ−1

]
N,N

= S/σ2
w

On doit considérer deux cas :
– Ψk,k = 0 for k = l
– Ψk,l = −β S

σ2
w

pour | k − l |≥ 1

avec 1 ≤ β ≤ 3 si σ2
θ0

= 0.

On peut conclure que eΨk,l ∼ 0, quand σ2
w est faible et k 6= l. Le pire des cas est si k = 1,

l = N et S = 1 ; dans ce cas, on a Ψ1,N = − 1
σ2

w
, et alors eΨk,l = e

− 1

σ2
w peut être négligé lorsque

σ2
w ≤ 0.1, si l’on compare cette valeur avec les valeurs de la diagonale principale.

Étant donné que l’on considère une variation faible dans une période (pour que l’approxima-
tion dans eq.(3.6) soit valide), on peut considérer que la matrice BD est diagonale, avec

[
BD
]
k,k

= 2 | Ak |2
[
Γ−1

]
k,k

(3.40)
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Dans la suite, on calcule le deuxième terme de la BIM (eq.(3.31)). De l’équation d’évolution
de l’état (eq.(3.19)) on a

∆θ
θ ln p(θ) = ∆θ

θ ln p(θ1) +

N∑

k=1

∆θ
θ ln p(θk | θk−1) (3.41)

Le premier terme de l’équation (3.41) est une matrice avec un seul élément non-nul, l’élément
(1, 1)

[
∆θ

θ ln p(θ1)
]

1,1
=
∂2 ln p(θ1)

∂θ2
1

(3.42)

Les autres termes sont des matrices avec quatre termes non-nuls, les éléments (k− 1, k− 1),
(k − 1, k), (k, k − 1) et (k, k). À cause de la nature Gaussienne du bruit, on a

[
∆θ

θ
ln p(θk | θk−1)

]

k,k
=
[
∆θ

θ
ln p(θk | θk−1)

]

k−1,k−1

= −S
σ2

w

(3.43)

[
∆θ

θ
ln p(θk | θk−1)

]

k,k−1
=
[
∆θ

θ
ln p(θk | θk−1)

]

k−1,k

= S
σ2

w

(3.44)

Si l’on considère que Eθ1

[
∆θ

θ
ln p(θ1)

]
= 0 (a priori sur θ1 non-informatif, voir [Kay 93]),

BP =
1

σ2
w/S





1 −1 0 · · · 0

−1 2 −1
. . .

...

0
. . .

. . .
. . . 0

... −1 2 −1
0 · · · 0 −1 1





(3.45)

D’après les équations (3.40,3.45), la BIM a une forme tri-diagonale

B = β





(C1 + 1) 1
1 C2 1

. . .
. . .

. . .

1 CN−1 1
1 (CN + 1)




(3.46)

avec β = −S/σ2
w et Ck = (1/β)

[
BD
]
k,k

− 2.

La borne en-ligne pour l’estimation de θN , est égale à l’élément (N,N) de l’inverse de la
BIM,

[
B−1

]
N,N

. D’après [Usma 94], les éléments de la diagonale de l’inverse d’une matrice tri-
diagonale, peuvent s’écrire

[
B−1

]
k,k

=
dk−1hk+1

dk
(3.47)

avec
dk = βCkdk−1 − β2dk−2 for k = 2, · · · , N − 1
hk = βCkhk+1 − β2hk+2 for k = 2, · · · , N − 1

(3.48)
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et
d0 = 1, d1 = β (C1 + 1)
dN = β (CN + 1) dN−1 − β2dN−2

h1 = β (C1 + 1)h2 − β2h3

hN = β (CN + 1) , hN+1 = 1

alors, la BCRB en-ligne peut s’écrire

BCRB =
[
B−1

]
N,N

=
dN−1

dN
(3.49)

On note que cette expression correspond à l’adjoint de [B]N,N , sur le déterminant de B. En
utilisant la borne calculé avec l’approximation de façon récursive, et la vraie borne à partir de
l’inversion de la matrice d’information Bayésienne, on obtient le même résultat.

Remarques. Si l’on étudie le problème dans le cas DA, la borne dépend généralement de la
séquence émise a, alors, il faut la calculer pour une séquence donnée. D’après l’équation (3.40),
on voit que pour S = 1, s = 0 (points de référence) et τo = 0, la borne est indépendante de
la séquence émise, car | Ak |= 1 ∀ k. Dans les autres cas, la borne dépend de la séquence, du
facteur de suréchantillonnage S et de la position s dans le symbole courant (indice M), ainsi
que de l’erreur de synchronisation du délai τo :

BCRB(a, S, s) =
[
B−1(a)

]
N,N

(3.50)

avec N = (M − 1) ∗ S + 1 + s.

Synthèse du calcul Ici on donne une brève synthèse de calcul, pour obtenir la BCRB pour
l’estimation de phase dans le cas DA. Si les symboles et les statistiques, des bruits de phase et
d’observation, sont connues, on peut calculer la borne de deux manières différentes : calcul de
la matrice [B] et son inverse, ou calcul des éléments Ck et on détermine récursivement la borne.

1. Calcul direct de la BCRB :

– Calculer la matrice [BD] à partir de l’eq.(3.40).
– Calculer la matrice [BP ] à partir de l’eq.(3.45).
– Calculer l’inverse de la BIM (eq.(2.117)) et prendre le dernier élément de la diagonale

pour obtenir la BCRB en-ligne (eq.(3.50)).

2. Calcul récursif de la BCRB :

– Calculer les coefficients Ck, à partir des éléments [BD]k,k (eq.(3.40)).
– Utiliser la récursion eq.(3.48) pour obtenir eq.(3.49).

3.2.2 Borne de Cramér-Rao Hybride pour l’estimation conjointe de phase et
d’offset de fréquence

Dans cette section, on établit la CRB pour l’estimation conjointe de phase et d’offset de
fréquence. Étant donné que la phase, θ, est aléatoire et a une densité de probabilité a priori
p(θ) connue, et que la dérive est un paramètre constant, on utilise la borne de Cramér-Rao
hybride (HCRB) (voir section 2.5).

Dans la suite, étant donné que l’offset de fréquence est constant, on note δk = δ, et δ∗ comme
la vraie valeur de δ.



68 CHAPITRE 3. SYNCHRONISATION FRACTIONNÉE : MODÉLISATION ET BORNES

Comme dans le cas précédent, on utilise le modèle d’état (avec dérive) et d’observation définis
dans la section 3.1 (eqs.(3.22,3.28)) :

θk = θk−1 + δ + wk (3.51)

yk = Ak exp (iθk) + bk (3.52)

où bk est un bruit coloré avec matrice de covariance Γ. L’indice k fait référence aux instants tk
et Ak sont les coefficients définis dans l’équation (3.10).

Si l’on suppose que l’on a N mesures disponibles, on aura N paramètres de phase, θ =
[θ1 · · · θN ]T , plus la dérive δ. Pour calculer la borne, on doit d’abord calculer la HIM (eq. 2.125).
Dans la HIM, on peut voir deux termes bien différenciés, et la matrice ((N + 1) × (N + 1)) de
la borne peut s’écrire comme :

HCRB = {H}−1 =
{
HD + HP

}−1
(3.53)

où le kieme élément de la diagonale, [HCRB]k,k représente la borne pour l’estimation de [µ]k à
partir du bloc d’observation y = [y1 · · · yN ].

La HIM peut être réécrite sous la forme de matrice par blocs

H =

(
H11 h12

h21 H22

)
(3.54)

avec

H11 = E
y,θ|δ∗

[
−∆θ

θ log p(y | θ, δ) | δ∗
]

+Eθ|δ∗
[
−∆θ

θ log p(θ | δ∗)
]

h12 = hT21 = E
y,θ|δ∗

[
−∆δ

θ log p(y | θ, δ) | δ∗
]

+Eθ|δ∗
[
−∆δ

θ log p(θ | δ∗)
]

H22 = E
y,θ|δ∗

[
−∆δ

δ log p(y | θ, δ) | δ∗
]

+Eθ|δ∗
[
−∆δ

δ log p(θ | δ∗)
]

À partir du modèle, on obtient la log-vraisemblance

log p(y | θ, δ∗) = log 1
πN |det(Γ)| − [y − m]H Γ−1 [y − m] (3.55)

où y est le vecteur d’observation N -dimensionnel, m le vecteur moyenne de y, dont le kieme

élément est [m]k = Ake
iθk . La densité de probabilité a priori de θ s’écrit

log p(θ | δ∗) = log p(θ1) + (N − 1) log
(

1√
2πσw

)

−∑N
k=2

(θk−θk−1−δ∗)2

2σ2
w

(3.56)

– Expression de H11 : on peut écrire

H11 = HD
11 + HP

11 (3.57)

où
HD

11 = E
y,θ|δ∗

[
−∆θ

θ log p(y | θ, δ) | δ∗
]
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HP
11 = Eθ|δ∗

[
−∆θ

θ log p(θ | δ∗)
]

On peut voir qu’il y a une équivalence entre ces expressions et celles calculées dans la
section précédente : HD

11 = BD et HP
11 = BP .

– Expression de h12 : la log-vraisemblance (eq.3.55) ne dépend pas de δ, alors le premier
terme de h12 est nul, d’où

h12 = Eθ|δ∗
[
−∆δ

θ log p(θ | δ∗)
]

et à partir du modèle d’état, on obtient

h12 =

[
S

σ2
w

01×N−2 − S

σ2
w

]T
(3.58)

– Expression de H22 : étant donné que la log-vraisemblance ne dépend pas de δ, et utilisant
eq.(3.56), on peut calculer

H22 = Eθ|δ∗
[
−∆δ

δ log p(θ | δ∗)
]

= Eθ|δ∗
[
− ∂2

∂δ2
log p(θ | δ∗)

]

= S(N−1)
σ2

w

(3.59)

Remarques. Pour la HCRB dans le cas DA, on peut faire les mêmes remarques qu’avec la
BCRB. Alors on donne directement

HCRBθ(a, S, s) =
[
H−1(a)

]
N,N

(3.60)

HCRBδ(a, S, s) =
[
H−1(a)

]
N+1,N+1

(3.61)

avec N = (M − 1) ∗ S + 1 + s.

3.2.3 Comportement des bornes

Dans cette section, on veut tracer les bornes de Cramér-Rao pour l’estimation de phase,
et l’estimation conjointe de phase et d’offset de fréquence, en considérant différents scénarios.
Ces bornes montrent, qu’avec le signal suréchantillonné, on peut améliorer les performances
d’estimation des paramètres de synchronisation.

On note que les comportements de la BCRB et la HCRB pour l’estimation de phase sont
très similaires, ainsi on ne présente les courbes que pour la borne hybride. Cela vient du fait que
la matrice H11 dans la borne hybride correspond à la BIM B, et quand on calcule l’inverse de
H, le fait d’avoir h12 et H22 a une influence limitée sur

[
H−1(a)

]
N,N

.

On considère la transmission sur un canal à bruit blanc, Gaussien, additif, d’une séquence
binaire à longueur minimale (MLS) de longueur 511 bits, générée avec un registre à décalages
de polynôme caractéristique [1021]8 (répresentation octale). On considère trois facteurs de sur-
échantillonnage (S = 1, 2 et 4) et une mise en forme BOC (voir figure 3.2). La mise en forme
BOC est utilisée dans le système de positionnement Galileo [ESA 08]. On suppose que l’on a
une estimation de τ , avec une erreur d’estimation τo connue.

Dans les figures, on considère deux cas :

1. On calcule BCRB(a, S, 0) pour les points de référence (Tc-espacés), pour S = 1, 2, 4.
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Fig. 3.2 – Mise en forme BOC, p(t) et sa fonction d’autocorrélation g(t)

2. On calcule la borne pour les points intermédiaires (s = S/2). Ce scénario est intéressant,
car les points intermédiaires peuvent être utiles quand on utilise des algorithmes fractionnés
(par exemple l’égaliseur ”half symbol spaced” ou l’algorithme de récupération de rythme
de Gardner, ou encore la boucle ”early-late”).

3.2.3.1 Borne HCRB pour les points de référence au pas Tc

La figure 3.3 représente en fonction du SNR, la HCRB en-ligne, pour deux variances diffé-
rentes du bruit de phase : une première phase qui varie lentement, σ2

w = 0.001 rad2, et une plus
rapide, σ2

w = 0.1 rad2. Dans les deux cas, on suppose une erreur d’estimation du délai nulle,
τo = 0.

On peut voir que si l’on utilise le signal suréchantillonné on peut gagner, et que ce gain
est plus important à bas SNR. Si le SNR augmente, les bornes pour les différents valeurs de S
tendent à se rapprocher, ce qui indique que l’on gagne moins en suréchantillonnant. On note que
les performances diminuent si l’on augmente la variance du bruit de phase, et qu’à fort SNR, les
bornes tendent vers une asymptote indépendante du bruit de phase.

Dans la figure 3.4, on trace le comportement de la borne en fonction de la variance du bruit
de phase, pour une valeur du SNR fixé (0 dB). On peut encore voir le gain possible avec une
synchronisation fractionnée. Le gain obtenu est plus fort à faible variance σ2

w.

La figure 3.5 montre en fonction du SNR, la borne HCRB en-ligne, HCRBθ(a, S, 0), pour
une variance du bruit de phase moderée, σ2

w = 0.01, et une erreur d’estimation de τ connue,
τo = Tc

8 . Pour τo 6= 0, la borne indique que les performances sont moins bonnes, ce qui est assez
intuitif, car on a une mauvaise estimation du délai. La borne est de plus en plus mauvaise, quand
on augmente τo.

La figure 3.6 représente en fonction du SNR, la borne HCRB en-ligne, pour l’estimation de
l’offset de fréquence δ, HCRBδ(a, S, 0), pour deux tailles du bloc d’observation différentes, N =
200 et N = 511. On considère une variance du bruit d’observation σ2

w = 0.01. Les performances
s’améliorent avec la taille du bloc d’observation N , car on estime une valeur constante. Les
performances augmentent avec le facteur de suréchantillonnage S, et contrairement à la borne
de phase, tend vers 0 si l’on a N → ∞.
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3.2.3.2 Borne HCRB pour les points intermédiaires Tc-espacés

Pour S = 1, on a seulement 1 échantillon dans chaque symbole, alors, pour comparer avec
S = 2, 4, on doit générer les points intermédiaires qui manquent. On génère ces points, en gardant
la valeur estimée (s = 0) sur toute la période, c’est-à-dire, on calcule l’erreur d’estimation aux
points intermédiaires à 1 point par symbole, avec la valeur estimé avec S = 1 aux points de
référence.

On peut calculer la HCRB pour les points intermédiaires du cas S = 1, que l’on note
HCRBθ−b(a, 1, 1/2)

HCRBθ−b(a, 1, 1/2) = HCRBθ(a, 1, 0) + σ2
w/2.

Étant donné que l’on compare les valeurs estimés à la position de référence avec les points
au milieu du symbole, on rajoute à la borne pour S = 1, la moitié de l’incrément de variance
dans un symbole, σ2

w/2.

Pour S > 1, la borne dépend fortement de la dernière valeur observée AN , à cause de la
puissance non-stationnaire. Dans ce cas, on renomme la borne comme BCRB(AN , S, s). Pour
τo = 0 et S = 2, | AN | vaut 0 ou 1 (voir fig.3.1), alors il y a deux bornes possibles. On peut
définir une nouvelle borne moyenne :

HCRBθ(S, s) = p0 ·HCRBθ(| AN |= 0, S, s)
+(1 − p0) ·HCRBθ(| AN |= 1, S, s)

(3.62)

où p0 est la proportion de valeurs Ak = 0.



74 CHAPITRE 3. SYNCHRONISATION FRACTIONNÉE : MODÉLISATION ET BORNES

Comportement. Pour le cas des points intermédiaires, la figure 3.7 montre en fonction du
SNR, la borne HCRB en-ligne (HCRBθ−b(1, 1/2), HCRBθ(2, 1), HCRBθ(4, 2)), pour une phase
à évolution rapide, avec variance σ2

w = 0.01 rad2, et τo = 0. On trace aussi, comme une référence,
les bornes pour les points de référence.

Le gain augmente avec le facteur de suréchantillonnage S, et l’intérêt d’utiliser une synchro-
nisation fractionnée, comme dans le cas des points de référence, est clair à bas SNR. À fort SNR,
MSE → σ2

w/(2S), à cause des points intermédiaires que l’on a généré pour S = 1, et de la puis-
sance non-stationnaire de la séquence Ak pour S = 2 et 4. On peut voir aussi cette saturation
dans l’équation (3.62), qui pour p0 = 0.5 et à fort SNR, devient HCRB(S, s) ∼ 1

2HCRB(0, S, s).

3.3 Conclusion

Ce chapitre a étudié le problème de synchronisation fractionnée. Dans la section 3.1, on a
présenté une modélisation simple qui permet d’inclure les bruits colorés dans le modèle d’état,
ce qui rend possible l’estimation conjointe des paramètres de synchronisation et prendre en
compte la coloration du bruit d’observation. Ensuite, basé sur ce modèle, on a établi la borne
de Cramér-Rao Bayésienne pour le problème d’estimation de phase et la borne de Cramér-Rao
hybride, pour le problème d’estimation conjointe de phase et d’offset de fréquence.

Dans les systèmes de communication courants, le roll-off est compris entre 0 et 100% ; ainsi,
un ou deux échantillons par symbole sont suffisants pour récupérer l’information du signal ana-
logique, mais dans le contexte des systèmes GNSS, les fonctions de mise en forme utilisées ne vé-
rifient pas le théorème d’échantillonnage de Nyquist-Shannon avec seulement 1 ou 2 échantillons
par symbole (roll-off >> 100%). Ces conditions spéciales, nous laissent espérer une amélioration
des performances si l’on utilise un signal suréchantillonné. Le comportement des bornes que l’on
a obtenu montrent ce possible gain.

Les résultats présentés dans ce chapitre, ont été, en partie, publiés dans :
– Journal
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[Vila 09b] J. Vilà-Valls, J.-M. Brossier et L. Ros, ”On-line hybrid Cramér-Rao bound for
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[Vila 08] J. Vilà-Valls, J.-M. Brossier et L. Ros, ”On-line Bayesian Cramér-Rao bound for
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D
ans le chapitre 3, on a présenté une modélisation pour traiter le problème de la synchronisa-
tion fractionnée. Ensuite, les bornes de Cramér-Rao associées aux problèmes d’estimation

de phase, d’estimation conjointe de phase et d’offset de fréquence, ont été calculées.
Le présent chapitre est lié directement au chapitre précédent. On propose des algorithmes

pour résoudre le problème de la synchronisation fractionnée. Pour cela, on utilise la modélisa-
tion présentée dans la section 3.1 et les méthodes présentées dans le chapitre 2. De plus, on
utilise les bornes de Cramér-Rao comme référence (voir la section 3.2). Les sections 4.1, 4.2 et
4.3, présentent respectivement, une solution aux problèmes d’estimation de phase, d’estimation
conjointe de phase et de décalage de fréquence, et d’estimation de délai. Pour conclure cette
étude, la section 4.4, montre les résultats obtenus pour l’estimation de phase avec des bruits
non-Gaussiens.

4.1 Estimation de phase

On a présenté le modèle de signal pour l’estimation de phase et l’on a établit la borne de
Cramér-Rao associée dans le chapitre 3. Dans le chapitre 2, on a présenté le problème du filtrage
optimal et quelques solutions sous-optimales : le filtrage de Kalman, les méthodes particulaires
et les méthodes déterministes. Il nous reste seulement, et c’est ce que l’on fait dans cette section,
à présenter les résultats obtenus en appliquant les méthodes de filtrage au modèle présenté dans
la section 3.1, et comparer les résulats avec la BCRB de la section 3.2. Principalement on a utilisé
le filtre de Kalman étendu pour résoudre le problème, et l’on a comparé les résultats obtenus
avec les méthodes particulaires et les méthodes déterministes. On se place dans un contexte
d’estimation supervisée (borne DA) et l’on suppose que la séquence de symboles transmise est
connue, ainsi que les statistiques du modèle d’état, σ2

w, et le délai, τ , ou l’erreur τo.

4.1.1 Algorithmes pour l’estimation dynamique de phase

4.1.1.1 EKF

Le problème étant non-linéaire, on ne peut pas appliquer directement le KF, et l’on doit
linéariser le problème et appliquer le KF étendu. Dans ce cas, d’après le modèle de signal
(eqs.(3.27,3.28) sans dérive), on voit que F∗

k = MK (sans dérive), car le modèle d’état est
linéaire, et

H∗
k =

∂hk
(
x̂k|k−1

)

∂xk
=
[
iAke

ibθk|k−1 1 0 · · · 0
]T

(4.1)

La matrice de covariance du bruit d’état, Qk, est indépendante de k, et a seulement deux valeurs
non-nulles : [Q]1,1 = σ2

w/S et [Q]3,3 = σ2
n. Étant donné que l’on a introduit le bruit coloré bk

dans l’état, à des fins pratiques, on n’a pas de bruit d’observation, et la matrice de covariance
Rk est nulle. Si l’on introduit cela dans l’algorithme 1, on obtient l’algorithme pour l’estimation
dynamique de phase.

Les résultats obtenus vont dépendre du facteur de suréchantillonnage S, et de l’indice s. On
note MSEEKF(S, s), la MSE obtenue avec un EKF qui travaille en utilisant les seme points d’un
signal suréchantillonné avec un facteur S.

4.1.1.2 Méthodes particulaires et déterministes

Si l’on veut appliquer une méthode particulaire au problème d’estimation de phase, on doit
tout d’abord décider quelle fonction d’importance et quel type de re-échantillonage on veut
utiliser, et éventuellement voir si l’on peut appliquer la Rao-Blackwellisation ou pas.
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Dans notre cas, on choisit d’utiliser comme fonction d’importance la densité de transition
a priori de l’état, p (xk|xk−1), et un re-échantillonnage résiduel. Étant donné notre choix, les
poids vont évoluer selon la fonction de vraisemblance p (yk|xk). Pour faire évoluer les particules
on utilise la fonction d’importance de la façon suivante

x
(i)
k ∼ p

(
xk|x(i)

k−1

)
(4.2)

ce qui est facile dans notre modèle, car il suffit de générer des bruits Gaussiens, et faire évoluer
les particules à partir des particules obtenues dans l’itération précédente, selon le modèle d’état.

Dans le cas où l’on utilise une méthode déterministe on ne doit faire aucune linéarisation
ainsi l’application est directe. D’abord on détermine quelle sous-méthode on veut utiliser, et
ensuite on applique la méthode résumée dans l’algorithme 4 au modèle de signal désiré.

4.1.2 Discussion

Ici, on illustre le comportement de l’EKF en considérant différents scénarios, et l’on compare
ses performances avec la BCRB. On compare aussi, les résultats obtenus, avec une méthode
particulaire et une méthode déterministe, pour justifier l’utilisation de l’EKF, et l’on analyse les
pertes de performance quand on utilise une mise en forme à bande limitée. On considère, comme
on l’a fait pour les bornes, un scénario supervisé ou l’on transmet sur un canal à bruit blanc,
Gaussien, additif, une séquence MLS de longueur 511 bits connue, générée avec un registre à
décalages de polynôme caractéristique [1021]8 (répresentation octale). On considère trois facteurs
de suréchantillonnage (S = 1, 2 et 4) et une mise en forme BOC (voir figure 3.2). Dans cette
section, on considère que l’on connait l’erreur de synchronisation de délai, τo, et la séquence
émise (synchronisation supervisée).

Dans les figures, on trace la MSE obtenue avec des simulations Monte Carlo en fonction
du rapport signal sur bruit. Le SNR correspond au rapport porteuse sur bruit (CN ) à l’entrée
du récepteur. Dans notre cas, la mise en forme et les symboles ak sont normalisés (i.e. σ2

a =
1 et g(0) = 1), et ce rapport est simplement C

N = 1
σ2

n
.

La figure 4.1 montre une réalisation de la sortie du filtre de Kalman étendu pour l’estimation
de phase. On peut voir que l’on a une estimation correcte. Dans la suite on fait une analyse des
performances en calculant la MSE sur un nombre élevé de réalisations.

Pour la MSE on considère deux cas :

1. On calcule BCRB(a, S, 0) et MSEEKF(S, 0) pour les points de référence au pas Tc, pour
S = 1, 2, 4.

2. On calcule la MSE pour les points intermédiaires (s = S/2).

On utilisera le même scénario dans la section d’estimation conjointe de phase et d’offset de
fréquence.

4.1.2.1 Estimation avec les points de référence au pas Tc

La figure 4.2 montre en fonction du SNR, la BCRB en-ligne (voir eq.(3.49)) et la MSE
obtenue avec l’EKF. On a deux cas : le premier considère une phase qui varie lentement, avec
une variance du bruit de phase σ2

w = 0.001 rad2, et le deuxième considère une phase avec une
évolution rapide, σ2

w = 0.01 rad2. Dans les deux scénarios, l’erreur dans l’estimation du délai est
nulle, τo = 0, ce qui est équivalent à considérer le délai parfaitement synchronisé.

Pour S = 1, la performance de l’EKF cöıncide avec la BCRB, alors on ne peut pas faire
mieux. Pour S = 2, les performances de l’EKF sont un petit peu moins bonnes, mais on est
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Fig. 4.1 – Estimation de phase avec S = 2, σ2
w = 0.001, σ2

n = 0.1

très proche de la borne. Pour S = 4, la MSE obtenue, est un peu meilleure qu’avec S = 2
à haut SNR ; en outre, l’EKF ne cöıncide plus avec la borne. On n’obtient pas des meilleures
performances en utilisant S = 4, parce que les échantillons que l’on ajoute sont presque tous
nuls (voir fig. 3.1), alors on a peu d’information en plus.

Le gain obtenu augmente avec le facteur de suréchantillonnage S, et l’intêret de suréchan-
tilloner est clair à bas SNR, ce qui est le cas dans les communications par satellite. Le gain grâce
au suréchantillonnage diminue quand le SNR augmente.

Dans la figure 4.3, on analyse le comportement de l’EKF en fonction de la variance du bruit
de phase, pour un SNR fixé. On considère le cas d’un SNR faible (0 dB). Ici, on peut encore
mesurer le gain de performance apporté par le suréchantillonnage et le bon fonctionnement de
l’algorithme. L’amélioration est plus importante à faible variance σ2

w, et dans ce cas la MSE de
l’EKF cöıncide avec la borne. Quand on a une variance σ2

w très importante, les performances
s’éloignent de la borne, ce qui est normal, car à forte variance, l’erreur de linéarisation dans
l’EKF n’est pas négligeable, par rapport au niveau de bruit d’observation.

La figure 4.4 superpose, en fonction du SNR, la BCRB en-ligne, BCRB(S, 0), et la MSE de
l’EKF pour une phase avec une variation faible, σ2

w = 0.001, mais avec une erreur connue dans
la synchronisation du délai, τ = Tc

8 . On considère deux facteurs de suréchantillonnage S = 1, 2.
On trace, comme référence, les performances de l’EKF pour la même variance et τo = 0. On
voit que pour τo 6= 0, la borne et l’algorithme ont des performances moins bonnes. Le gain entre
différents facteurs de suréchantillonnage est plus grand à fort SNR avec un décalage non-nul.

Pour montrer que les performances sont de moins en moins bonnes, au fur à mesure que τo
augmente, on trace dans la figure 4.5, la BCRB en-ligne et la MSE de l’EKF en fonction de τo.
On considère 0 ≤ τo <

Tc

4 , un rapport signal sur bruit fixé, SNR=0 dB et une phase à évolution

lente, σ2
w = 0.001. On note que les performances pour S = 4 sont symétriques en τ , chaque Tc

8 ,

pour S = 2 chaque Tc

4 , et pour S = 1 chaque Tc

2 .
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Fig. 4.2 – MSE pour l’EKF et BCRB en fonction du SNR pour trois facteurs de suréchantillon-
nage S = 1, 2 et 4, avec une variance du bruit de phase σ2

w = 0.001 rad2 (évolution lente) et
σ2
w = 0.01 rad2 (évolution rapide).

4.1.2.2 Estimation avec les points intermédiaires Tc-espacés

Dans cette partie, on prend le cas S = 4 comme référence. Pour S = 1, on a seulement
1 valeur estimée par symbole, alors, pour comparer avec S = 2, 4, on doit générer les points
intermédiaires qui manquent. On obtient ces points intermédiaires, en gardant la valeur estimée
(s = 0) sur toute la période. On note MSEEKF(1, 1/2).

La BCRB pour les point intermédiaires dans le cas S = 1, peut être calculée facilement
comme

BCRBb(a, 1, 1/2) = BCRB(a, 1, 0) + σ2
w/2. (4.3)
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Fig. 4.3 – MSE pour l’EKF et BCRB en fonctino de la variance du bruit de phase pour trois
facteurs de suréchantillonnage S = 1, 2 and 4, SNR = 0 dB.

−20 −10 0 10 20 30 40
−45

−40

−35

−30

−25

−20

−15

−10

−5

0

EKF versus SNR

SNR(dB)

M
S

E
(d

B
)

 

 

BCRB S=1 !
0
=T

c
/8

BCRB S=2 !
0
=T

c
/8

EKF S=1 !
0
=T

c
/8

EKF S=2 !
0
=T

c
/8

EKF S=1 !
0
=0

EKF S=2 !
0
=0

Fig. 4.4 – MSE pour l’EKF et BCRB en fonction du SNR, en présence d’une mauvaise synchro-
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Fig. 4.5 – MSE pour l’EKF et BCRB en fonction de τo pour SNR=0 dB et σ2
w = 0.001.

Comme on a fait dans la section 3.2.3, on peut définir une nouvelle borne moyenne :

BCRB(S, s) = p0 ·BCRB(| AN |= 0, S, s)
+(1 − p0) ·BCRB(| AN |= 1, S, s)

(4.4)

où p0 est la proportion de Ak = 0. Cette borne moyenne est complètement adaptée pour com-
parer avec la MSE obtenue avec un EKF qui utilise la même proportion connue p0. Dans notre
simulation p0 = 0.5.

Résultats : Pour le cas des points intermédiaires, la figure 4.6 superpose, en fonction du SNR,
les BCRBs en-ligne (BCRBb(1, 1/2), BCRB(2, 1), BCRB(4, 2)) et la MSE obtenue ave l’EKF
pour une phase à évolution rapide, avec variance σ2

w = 0.01 rad2, et τ = 0. Pour S = 1 et 2,
la variance de l’EKF est proche de la BCRB. Pour S = 4, à faible SNR, la MSE obtenue avec
l’EKF est presque la même que pour S = 2, mais à fort SNR, elle tend vers la borne.

Le gain augmente avec le facteur de suréchantillonnage, et l’intérêt de suréchantillonner est
plus important à faible SNR. À fort SNR, MSE → σ2

w/2S, à cause du procédé de blocage pour
S = 1, et à cause de la puissance non-stationnaire de la séquence Ak pour S = 2 et 4. On peut
voir cette saturation dans l’eq. (4.4), qui devient à fort SNR, pour p0 = 0.5

BCRB(S, s) ∼ 1

2
BCRB(0, S, s) (4.5)

et alors, BCRB(0, S, s) = σ2
w/S. Si l’on compare la performance de l’algorithme dans ce cas,

avec les performance pour s = 0 (voir fig.4.2), on obtient le même résultat à faible SNR, mais
des performances moins bonnes à fort SNR, à cause de la saturation.
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facteurs de suréchantillonnage S = 1, 2 et 4, et une variance du bruit de phase σ2

w = 0.01 rad2.

4.1.2.3 Comparaison entre l’EKF et d’autres méthodes Bayésiennes

Dans cette partie on compare les performances de l’EKF avec une méthode particulaire (PF
avec reéchantillonnage résiduel), et avec deux méthodes déterministes (SQKF et SCKF).

La comparaison est faite dans le cas qui utilise les points de référence. Les paramètres qui
ne sont pas spécifiés, sont les mêmes que ceux utilisés au début de la section.

La figure 4.7 superpose, en fonction du SNR, la BCRB en-ligne et la MSE obtenues avec deux
algorithmes différents : l’EKF et un PF qui utilise 200 particules pour une phase de variance
modérée σ2

w = 0.01 rad2 et τo = 0.

Pour S = 1, les résultats obtenus avec le PF sont les mêmes qu’avec l’EKF, sauf à fort SNR,
où le PF sature, ce qui est normal, car un fort SNR signifie un bruit d’observation très faible,
et le PF ne marche pas si le bruit d’observation est trop faible. Pour S = 2, la performance du
PF est presque la même que celle obtenue avec l’EKF, entre 5 dB et 25 dB, mais moins bonne
ailleurs, c’est-à-dire, sans bruit ou avec un bruit très fort.

La complexité et charge de calcul du PF est beaucoup plus forte qu’avec l’EKF, qui est la
méthode de filtrage nonlinéaire la plus simple, car on doit évaluer les fonctions pour chaque
particule. Sa charge de calcul augmente de manière linéaire avec le nombre de particules. Dans
notre cas, en utilisant 200 particules, l’EKF est 10 fois plus rapide que le PF, pour des résultats
presque identiques. Pour ces raisons, dans ce type de problème, légèrement non-linéaire et avec
une dimension de l’état faible, l’EKF reste la meilleure option.

La figure 4.8 superpose, en fonction du SNR, la BCRB en-ligne et la MSE obtenue avec trois
algorithmes différents : un filtre de Kalman (EKF) et deux méthodes déterministes (SQKF et
SCKF). On a considéré une phase de variance faible σ2

w = 0.001 rad2 et une bonne synchronisa-
tion du délai τo = 0
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On peut voir que les résultats obtenus avec le SQKF et le SCKF sont les mêmes qu’avec
l’EKF. Ce résultat est cohérent avec ce que l’on attendait, car les méthodes déterministes sont
des améliorations de l’EKF mais le noyau de l’algorithme est le même. Étant donné que notre
problème est Gaussien et faiblement non-linéaire, la méthode de Kalman implémentée est presque
optimale.

4.1.2.4 Analyse dans des conditions réelles

Dans cette section, on trace les performance obtenues avec l’EKF, si l’on considère une mise
en forme réelle, à bande limitée. Dans ce cas, on prend une mise en forme BOC à bande limitée,
qui est une fonction BOC convoluée avec une fonction sinc dans le domaine temporel.

On présente dans la figure 4.9, la comparaison entre les résultats obtenus avec la fonction
BOC idéale et une fonction BOC à bande limitée, qui serait celle que l’on aurait dans une
application réelle.

Cette fonction BOC à bande limitée est obtenue en filtrant la fonction BOC idéale, avec une
fonction sinc(πWt). On note que pour Galileo, on a un taux chip de 1/Tc = 10 Mchip/s, et la
largeur de bande du récepteur est W = 20 MHz (i.e 2/Tc) ou W = 40 MHz (i.e 4/Tc), ce qui
permet d’utiliser, respectivement, S = 2 ou S = 4, échantillons/symbole, ce qui est normal dans
les récepteurs satellite.
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Fig. 4.9 – EKF MSE pour deux fonctions BOC et BCRB, versus le SNR pour deux facteurs de
suréchantillonnage S = 1, 2, avec une variance du bruit de phase σ2

w = 0.001 rad2. W = 4/Tc.

On présente les résultats obtenus avec une variance du bruit de phase σ2
w = 0.001 rad2,

τo = 0 et une largeur de bande W = 4/Tc.
Les résultats utilisant le fonction BOC à bande limitée, sont les mêmes qu’avec une fonction

BOC idéale, car la largeur de bande du récepteur est suffisamment grande.
Dans la figure 4.10, on présente les résultats obtenus dans le même scénario, mais en utilisant

une fonction sinc avec trois largeurs de bande différentes, W = 4/Tc, 2/Tc et 1/Tc. On peut voir
que dans le premier cas, W = 4/Tc, les résultats sont les mêmes qu’avec la fonction BOC idéale.
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Fig. 4.10 – EKF MSE pour une fonction de mise en forme BOC à bande limité (W = 1/Tc, 2/Tc
et 4/Tc) versus le SNR, pour deux facteurs de suréchantillonnage S = 1, 2, avec une variance du
bruit de phase σ2

w = 0.001 rad2.

En utilisant W = 2/Tc et W = 1/Tc, la largeur de bande n’est pas suffisante et les performances
sont moins bonnes (perte de 2.5 dB pour W = 2/Tc et jusqu’à 8 dB pour W = 1/Tc et S = 2).
Étant donné qu’il est normal d’utiliser S = 4 échantillons/symbole dans les récepteurs satellite,
on peut conclure que les résultats obtenus avec la modulation BOC idéale, sont corrects dans
un scénario réel.

Note : si l’on considèrait des bits de donnés, à bas débit, superposés à la séquence d’appren-
tissage, l’algorithme ne fonctionne pas correctement si la valeur qui module est −1. On pourrait
résoudre facilement ce problème en considérant que l’on peut démarrer l’algorithme pour les
deux valeurs possibles en parallèle, +1 et −1, et rapidement détecter la valeur correcte, par
exemple, à partir de la covariance d’estimation du filtre de Kalman. Une fois détectée, on laisse
tourner seulement l’algorithme avec la valeur correcte.

4.2 Estimation conjointe de phase et d’offset de fréquence

Dans cette section, on étudie le problème d’estimation conjointe de phase et d’offset de
fréquence. La structure de la section est la même que la précédente. On note que les résultats
pour l’estimation de phase, sont similaires à ceux présentés dans la section 4.1, ainsi on ne
présente que quelques scénarios.

On utilise le modèle présenté dans la section 3.1 (eqs. (3.27,3.28)), et le filtre de Kalman
présenté dans la section 2.2. On compare les résultats à la borne hybride HCRB (voir section
3.2). On obtient le filtre de Kalman pour l’estimation conjointe de phase et offset de fréquence,
comme dans la section précédente. On considère toujours une bonne synchronisation du délai
ou erreur τo connue, un contexte DA, ainsi que la connaissance des statistiques du bruit d’état,
σ2
w.
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4.2.1 Discussion

La figure 4.11, montre une réalisation du filtre de Kalman étendu pour l’estimation de phase
avec un offset de fréquence δ = 0.002. On peut voir dans ce cas que l’évolution de la phase est
fortement perturbée par la dérive de fréquence (pente ascendante intrinsèque), mais que l’on a
une estimation correcte. On note que la vraie valeur de phase est modulo 2π.
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Fig. 4.11 – Estimation de phase avec S = 2, σ2
w = 0.1, σ2

n = 0.1, δ = 0.002

Dans la suite on fait une analyse des performances en calculant la MSE sur un nombre élevé
de réalisations. On utilise le même scénario que l’on a presenté dans la section 4.1, et on prend
une dérive de fréquence δ = 0.2.

4.2.1.1 Estimation avec les points de référence au pas Tc

La figure 4.12 superpose, en fonction du SNR, la borne HCRB en-ligne et la MSE de l’EKF.
On considère une variance à évolution modérée, σ2

w = 0.01 rad2, et une synchronisation parfaite
du délai, τo = 0.

Pour S = 1, les performances de l’EKF cöıncident avec la HCRB, sauf à bas SNR, où on
obtient des mauvais résultats. Pour S = 2, la MSE obtenue avec l’EKF est légérement supérieure
à la borne. Pour S = 4, la MSE est un peu meilleure que celle que l’on obtient avec S = 2, à
fort SNR ; en plus, dans ce cas, l’EKF ne cöıncide plus avec la borne, ce qui est normal, car les
échantillons que l’on ajoute avec S = 4, sont presque tous nuls, et apportent peu d’information
(voir fig. 3.1).

On peut voir qu’en suréchantillonnant on gagne, et que ce gain est plus important à bas
SNR. Au fur et à mesure que le SNR augmente, le gain diminue. Le gain en performance obtenu
avec différents facteurs de suréchantillonnage S, diminue quand la variance du bruit d’état σ2

w

augmente.

Dans la figure 4.13, on analyse le comportement de la HCRB et le EKF, pour un SNR fixé,
en fonction de la variance du bruit de phase. On présente un scénario avec un SNR bas, SNR = 0
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Fig. 4.12 – MSE de l’EKF et HCRB en fonction du SNR pour trois facteurs de suréchantillon-
nage, S = 1, 2 et 4, avec une variance du bruit de phase σ2

w = 0.01 rad2.

dB. Dans ce cas, on peut encore mesurer le gain apporté par le suréchantillonnage et les bonnes
performances de l’algorithme. Le gain est plus important pour de faibles valeurs de σ2

w. On note
que les performances à variance faible, sont très proches de la borne. Pour de fortes valeurs de σ2

w,
les performances sont de plus en plus mauvaises, ce qui est normal, car à forte variance, l’erreur
de linéarisation dans l’EKF n’est pas négligeable, par rapport au niveau de bruit d’observation.

Si l’on considère le problème d’estimation de la dérive, les performances d’estimation doivent
dépendendre de la taille du bloc d’observations N , car le paramètre à estimer est constant. La
figure 4.14 superpose, en fonction du SNR, la MSE pour l’EKF et la borne HCRB pour l’esti-
mation de l’offset de fréquence (MSEEKF(S, 0) and HCRBδ(a, S, 0)). On considère une variance
du bruit de phase modérée σ2

w = 0.01, S = 1, 2, 4 et une taille fixée à N = 511.

Pour S = 1, la MSE pour l’EKF cöıncide avec la borne, sauf à très bas SNR, où les perfor-
mances sont moins bonnes. Pour S = 2 et 4, la MSE pour l’EKF est proche de la borne. On
note que l’on a un gain qui augmente avec S.

4.2.1.2 Estimation avec les points intermédiaires Tc-espacés

Pour S = 1, on a seulement 1 valeur estimée dans chaque symbole, alors, pour comparer
avec S = 2, 4 on doit générér les points intermédiaires qui manquent. On génère ces points, en
gardant la valeur estimée (s = 0) sur toute la période.

On peut calculer la HCRB pour les points intermédiaires du cas S = 1

HCRBθ−b(a, 1, 1/2) = HCRBθ(a, 1, 0) + σ2
w/2.
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Pour S > 1, comme dans la section 4.1, on définit une borne moyenne comme

HCRBθ(S, s) = p0 ·HCRBθ(| AN |= 0, S, s)
+(1 − p0) ·HCRBθ(| AN |= 1, S, s)

(4.6)

où p0 est la proportion d’Ak = 0.

Pour le cas de points intermédiaires, la figure 4.15 superpose, en fonction du SNR, la MSE
obtenue avec l’EKF et la borne HCRB, pour une phase à évolution rapide σ2

w = 0.01 rad2, et
τ = 0. Cet scénario est intéressant quand on utilise des méthodes fractionnées.
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variance de bruit de phase est σ2

w = 0.01 rad2.

Pour S = 1, les performances cöıncident avec la borne, à SNR moyen et fort, mais à bas
SNR, on a une dégradation importante. Pour S = 2, la MSE est très proche de la borne, et pour
S = 4, à bas SNR, la MSE est presque la même que pour S = 2, et tend vers la borne à fort
SNR. Dans tous les cas, les performances pour S > 1 sont meilleures que pour S = 1.

4.3 Estimation de retard

Jusqu’à présent, dans ce chapitre on a seulement présenté le problème d’estimation de phase,
et d’estimation conjointe de phase et d’offset de fréquence, pour lesquels on a fait une étude
approfondie, en considérant une erreur d’estimation du délai nulle (c’est-à-dire une bonne syn-
chronisation de délai), ou connue. Dans une perspective de localisation, le délai est le paramètre
d’intérêt principal, tandis que la phase et le décalage de fréquence sont des paramètres de nui-
sance. En pratique, on ne peut pas estimer le délai sans estimer la phase et le décalage de
fréquence, car ce sont ces paramètres parasites qui rendent difficile une bonne estimation du
délai. C’est pour cela que l’on a fait une étude approfondie du problème d’estimation de phase
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et de décalage Doppler dans les sections précédentes. Dans cette section, on discute le problème
d’estimation de délai dans un contexte de synchronisation supervisée.

4.3.1 Introduction

En général on peut considérer deux cas pour résoudre le problème d’estimation de délai :

1. On considère seulement le délai. Dans ce cas la phase est un paramètre de nuisance.
On peut se dire que la meilleure solution est donnée par l’estimateur du maximum de
vraisemblance du délai. Mais dans ce cas la vraisemblance n’est pas calculable, car les
paramètres de nuisance sont non-observés. Pour résoudre ce problème il existe plusieurs
solutions, mais dans tous les cas on doit utiliser une solution sous-optimale, par exemple
une solution type Expectation-Maximization (EM), où l’on construit une méthode itérative
en découplant l’estimation du délai de celle des paramètres de nuisance.

2. On considère l’estimation conjointe de la phase et du délai. On peut écrire directement
l’estimation conjointe du délai et des paramètres de nuisance. Une solution peut être
l’estimateur maximum a posteriori (MAP) de l’ensemble des paramètres. De multiples
solutions sous-optimales sont possibles.

4.3.2 Maximum de vraisemblance

La méthode d’estimation du maximum de vraisemblance (ML) est une méthode statistique
utilisée pour inférer les paramètres d’une distribution de probabilité à partir d’un échantillon
donné. On a un ensemble d’échantillons d’une variable aléatoire y et un vecteur de paramètres
à estimer µ. La fonction de vraisemblance s’écrit

L(µ) = p(y;µ) (4.7)

La méthode du maximum de vraisemblance estime µ, en cherchant la valeur de µ qui maxi-
mise la fonction de vraisemblance L(µ),

µ̂ML = arg max
µ

L(µ) (4.8)

L’estimateur du maximum de vraisemblance est un estimateur asymptotiquement non-biaisé,
asymptotiquement efficace (atteint la borne de Cramér-Rao lorsque le nombre d’observations
tend vers l’infini), et asymptotiquement distribué selon une loi normale.

4.3.3 Maximum a Posteriori

L’estimateur du maximum a posterori (MAP) est un estimateur Bayésien, c’est-à-dire, qui
prend en compte des informations a priori sur les paramètres à estimer. Si l’on considère un
vecteur de paramètres à estimer µ, et un ensemble d’observations y qui dépend de ces paramètres,
l’estimateur MAP s’écrit

µ̂MAP = arg max
µ

p(µ|y) = arg max
µ

p(y|µ)p(µ) (4.9)

où p(y|µ) est la fonction de vraisemblance et p(µ) est la densité de probabilité des paramètres,
correspondant à l’information a priori.
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4.3.4 Méthode itérative pour l’estimation de délai

Dans cette section, on propose une méthode itérative sous-optimale simple pour illustrer une
possible estimation de délai. Le délai est considéré déterministe et constant dans cette étude.
La solution proposée est une méthode bloc, basée sur une optimisation numérique pour trouver
itérativement le délai, couplée avec une solution de Kalman pour l’estimation des paramètres de
nuisance.

Estimation ML pour le délai
Si l’on considère le modèle d’observation défini dans la section 3.1, on écrit

yk = Ak(τ)e
iθk + bk (4.10)

θk = θk−1 + wk (4.11)

Si l’on veut estimer le délai τ , dans un contexte supervisé (DA) la vraisemblance est p(y;a, τ).
Cette vraisemblance n’admet pas de forme analytique puisque le vecteur des paramètres de phase
θ est non observé, ainsi on ne peut pas obtenir directement l’estimateur ML en utilisant des
techniques d’optimisation classiques qui nécessitent le calcul de la fonction à optimiser. Une
solution à ce problème est l’utilisation de l’algorithme EM, qui considère la log-vraisemblance
de l’observation complétée (log p(y,θ;a, τ)). L’utilisation de cette méthode dans un cadre d’es-
timation du délai pour un canal Rayleigh et des signaux CPM est présentée dans l’annexe G,
où l’on a utilisé pour estimer les paramètres de nuisance un lisseur de Kalman [Abei 09].

Méthode sous-optimale proposée
Le problème pour écrire l’estimateur ML est la présence des paramètres de nuisance. Notre

objectif est l’obtention d’une fonction du délai L(τ), que l’on optimisera de façon itérative. On
part de la densité de probabilité conjointe, ce qui est équivalent à considérer la fonction de
vraisemblance des données complètes {θ,y},

p(y,θ; τ) = p(y|θ; τ)p(θ; τ) (4.12)

D’après la modélisation d’état, la densité a priori p (θ) s’écrit

p (θ) = p(θ1)
N∏

k=2

p(θk|θk−1) (4.13)

Les densités p(θk|θk−1) sont Gaussiennes de moyenne θk−1 et de variance σ2
w, ainsi on écrit

p (θ) =

(
1√

2πσw

)N−1

exp

{
− 1

2σ2
w

N∑

k=2

(θk − θk−1)
2

}
(4.14)

et la vraisemblance dans un contexte supervisé avec un délai constant s’écrit p(y|a,θ; τ) =
N (y;m(θ, τ),Γ), où m(θ, τ) est un vecteur moyenne avec [m(θ, τ)]k = Ak(τ)e

iθk et Γ est la
matrice de covariance du bruit d’observation. Le produit de la fonction de vraisemblance et de
la densité a priori, s’écrit

p (y|θ; τ) p (θ) =

(
1√

2πσw

)N−1 1

πN |det(Γ)| (4.15)

× exp

{
− [y − m(θ, τ)]H Γ−1 [y − m(θ, τ)] − 1

2σ2
w

N∑

k=2

(θk − θk−1)
2

}
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d’où

ln p (y,θ; τ) = C
(
σ2
w,Γ

)
− [y − m(θ, τ)]H Γ−1 [y − m(θ, τ)] − 1

2σ2
w

N∑

k=2

(θk − θk−1)
2 (4.16)

Pour estimer le délai de façon itérative, on considère que, à l’itération présente (j), on a une
estimation du délai τ̂ (j−1) obtenue dans l’itération précedente (j−1). Dans l’étape d’optimisation
par rapport au délai, les termes de la densité conjointe qui ne dépendent pas du délai ne nous
intéressent pas. Ainsi, on considère la fonction suivante

F(θ, τ) = − [y − m(θ, τ)]H Γ−1 [y − m(θ, τ)] (4.17)

= −yHΓ−1y + yHΓ−1m(θ, τ) + m(θ, τ)HΓ−1y − m(θ, τ)HΓ−1m(θ, τ)

On obtient une fonction qui dépend seulement du délai en prenant l’espérance de F(θ, τ)
par rapport à θ

L(τ) = Eθ|y,a,τ̂ (j−1) [F(θ, τ)]

= −yHΓ−1y + yHΓ−1
Eθ|y,a,τ̂ (j−1) [m(θ, τ)] + Eθ|y,a,τ̂ (j−1)

[
m(θ, τ)H

]
Γ−1y

−Eθ|y,a,τ̂ (j−1)

[
m(θ, τ)HΓ−1m(θ, τ)

]
(4.18)

Eθ|y,a,τ̂ (j−1) [m(θ, τ)] et Eθ|y,a,τ̂ (j−1)

[
m(θ, τ)HΓ−1m(θ, τ)

]
dépendent directement des paramètres

de nuisance. Si l’on considère que, à l’instant (j), on a une estimation de ces expressions, en
utilisant le délai τ̂ (j−1) estimé à l’itération précedente, on estime le paramètre τ à l’itération
courante par

τ̂ (j) = arg max
τ

L(τ)|τ̂ (j−1) (4.19)

On itère l’algorithme jusqu’à la convergence de la suite (..., τ̂ (j), τ̂ (j+1), ...).

Dans la suite, on suppose un bruit d’observation blanc (Γ−1 = 1
σ2

n
I), ce qui est vrai si l’on

utilise un échantillon par symbole (S = 1). Pour un bruit Gaussien la première expression peut
alors s’exprimer, en utilisant la fonction caractéristique, comme un vecteur dont les composantes
sont [

Eθ|y,a,τ (j−1) [m(θ, τ)]
]

k
= Ak(τ)Eθ|y,a,τ̂ (j−1)

[
eiθk

]
= Ak(τ)e

ibθke
− 1

2
σ2

θ̂k

où θ̂k et σ2
θ̂k

peuvent être estimées avec une méthode de Kalman, comme dans les sections

précédentes. La deuxième expression s’écrit

Eθ|y,a,τ (j−1)

[
1

σ2
n

m(θ, τ)Hm(θ, τ)

]
=

1

σ2
n

∑

k

|Ak(τ)|2

Finalement, la fonction à optimiser pour obtenir itérativement le retard s’écrit

τ̂ (j) = arg max
τ

{
−yHy + yHdiag(d(τ))t(θ̂(j)) + tH(θ̂(j))diag(d(τ )∗)y −

∑

k

|Ak(τ)|2
}∣∣∣∣∣

τ̂ (j−1)

(4.20)

où [d(τ)]k = Ak(τ) et [t(θ̂)]k =

(
ei

bθ
(j)
k e

− 1
2
σ

2 (j)

θ̂k

)
.

On illustre l’algorithme de façon schématique dans la figure 4.16.
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Fig. 4.16 – Schéma bloc de l’algorithme d’estimation du délai.

4.3.5 Discussion

Dans cette section, on illustre les résultats obtenus avec la méthode proposée pour l’estima-
tion de délai. On considère, comme dans les sections 4.1 et 4.2, la transmission sur un canal à
bruit blanc, Gaussien, additif, d’une séquence MLS de longueur 511 bits, générée avec un re-
gistre à décalage de polynôme caractéristique [1021]8 (représentation octale), ainsi qu’une mise
en forme BOC (voir figure 3.2). Dans l’étape d’optimisation de la fonction L(τ), on cherche le
maximum dans une grille de valeurs pour le délai. On défini δtau comme la précision avec laquelle
on exécute l’algorithme, c’est-à-dire, le décalage entre deux valeurs de la grille que l’on utilise
pour l’optimisation.

Dans la figure 4.17, on présente les valeurs de la fonction à optimiser pour une réalisation
de l’algorithme, pour une phase à variation rapide avec une variance σ2

w = 0.1, un facteur de
suréchantilonnage S = 1 et un rapport signal sur bruit SNR = 0 dB. Le délai est τ = Tc/8 et
l’algorithme est initialisé à τinit = 3Tc/8. L’algorithme converge après 4 itérations. On note que la
vitesse de convergence dépend du bruit de phase et du bruit d’observation, ainsi la performance
d’estimation dépend directement de la précision de l’algorithme. Dans le cas présenté, la précision
est de δτ = Tc/80.

Dans la figure 4.18, on présente la convergence de l’algorithme pour différentes vitesses
d’évolution de la phase. On considère un rapport signal sur bruit SNR = 0 dB, un facteur
de suréchantillonnage S = 1 et trois cas pour la vitesse d’évolution de la phase : σ2

w = 0.001
(variation lente), σ2

w = 0.01 (variation modérée) et σ2
w = 0.1 (variation rapide). On considère un

délai τ = Tc/8 et une valeur initiale τinit = 3Tc/8.

On note que les résultats présentés sont des résultats obtenus pour une seule réalisation de
l’algorithme, et que selon les cas on peut obtenir des performances un peu meilleures ou un peu
moins bonnes. Dans ce cas, l’algorithme converge en deux itérations pour une vitesse d’évolution
de la phase faible, en trois itérations pour une vitesse modérée et en quatre pour une vitesse
forte.

En général, cet algorithme simple donne des performances correctes. L’erreur d’estimation
et la vitesse de convergence, dépendent de la précision utilisée dans l’étape d’optimisation, et
des variances des bruits d’état et d’observation. Notre but ici était seulement d’illustrer une
procédure possible d’estimation conjointe phase-délai. Bien sûr cette étude et les scénarios de
simulations pourraient être largement approfondis.
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4.4 Estimation de phase et bruits non-Gaussiens

L’étude que l’on a fait dans les sections précédentes a porté sur l’estimation de phase, l’es-
timation conjointe de phase et d’offset de fréquence, et l’estimation de délai. Dans tous les cas,
on a considéré que les séquences de bruit d’observation, bk, et de bruit d’état, wk, étaient Gaus-
siennes. Dans cette section, on présente le cas de l’estimation de phase avec un bruit d’état
non-Gaussien.

4.4.1 Bruit d’état non-Gaussien

On considère la même modélisation qu’à la section 3.1.

yk = Ake
iθk + bk (4.21)

où les Ak sont les symboles équivalents, θk la phase du signal reçu, et bk le bruit d’observation,
Gaussien centré et coloré. On considère une phase qui évolue de la façon suivante,

θk = θk−1 + wk (4.22)

où le bruit d’état peut être modélisé comme la somme d’un bruit blanc centré Gaussien w
(1)
k , et

d’un bruit impulsionnel w
(2)
k :

wk = w
(1)
k + w

(2)
k (4.23)

Cela peut modéliser dans certains cas les décalages de phase introduits par les imperfections dans
les oscillateurs, les déphasages introduits par les perturbations du canal et le mouvement relatif
entre le récepteur et le satellite, comme dans la section 4.1. De plus, cela pourrait représenter la
prise en compte des sauts de phase dues à des accélérations du récepteur, des zones d’ombre ou
des changements brusques de direction.

Modélisation du bruit impulsionnel
On modélise le bruit impulsionnel de la façon suivante :

w
(2)
k =

{
U [−π, π) pour certains k choisis aléatoirement
0 autrement

(4.24)

c’est-à-dire, pour certains valeurs de k, on simule des sauts de phase avec une amplitude distri-
buée selon une loi uniforme dans l’intervalle [−π, π), U [−π, π). Dans la figure 4.19, on représente
N = 350 échantillons d’une réalisation du bruit wk et de la phase θk associée, où l’on peut voir
la superposition du comportement Gaussien (σ2

w1
= 0.01) et du comportement impulsionnel.

4.4.2 Discussion

On présente une solution au problème d’estimation de phase dans le cas d’un bruit d’état
non-Gaussien. On a utilisé deux méthodes : un filtre de Kalman étendu et une méthode particu-
laire. Ces algorithmes peuvent être modifiés par rapport aux algorithmes utilisés dans les autres
sections de ce chapitre, pour prendre en compte dans la mesure possible, l’effet du bruit non-
Gaussien. On considère une bonne synchronisation de délai et un contexte de synchronisation
supervisée (DA).

Le filtre de Kalman étendu, considère intrinsèquement des bruits d’état et d’observation
Gaussiens. En conséquence, on peut envisager de considérer un bruit Gaussien avec une variance
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Fig. 4.19 – Évolution du bruit de phase (haut) et de la phase (bas), dans le cas où l’on considère
un bruit Gaussien plus un bruit impulsionnel.

plus forte pour que le filtre s’adapte mieux aux sauts de phase, au détriment d’une variance
en régime stationnaire plus forte. Pour la méthode particulaire, on prend en compte le bruit
non-Gaussien dans l’évolution des particules, où l’on utilise la distribution p (θk|θk−1). Pour les
simulations, on utilise le scénario présenté dans la section 4.1, mais l’on considère seulement le
cas des points de référence au pas Tc.

La figure 4.20, montre une réalisation de l’évolution de la phase, générée avec un bruit non-
Gaussien. On superpose l’estimation réalisée avec deux filtres de Kalman, l’un avec une variance
σ2
w = σ2

w1
, et l’autre avec une variance σ2

w = σ2
w1

+ σ2
w2

, où σ2
w2

= Kπ2

3N et K est le nombre
de sauts de phase dans une réalisation. On considère une variance du bruit Gaussien faible,
σ2
w1

= 0.001, pour que la partie impulsionnelle ait un impact plus important sur l’estimation,
une synchronisation parfaite du délai, τo = 0, et un facteur de suréchantillonnage S = 1. Cela
montre que la prise en compte que l’on fait du bruit non-Gaussien, avec une variance plus forte,
peut améliorer l’estimation lors des sauts de phase car on a une convergence plus rapide mais la
variance asymptotique est très forte.

Maintenant on veut comparer l’EKF et une méthode particulaire qui prend en compte le
bruit impulsionnel. Pour cela, on compare le comportement des deux algorithmes face à un saut
de phase à variance asymptotique constante.

Dans la figure 4.21, on présente une réalisation des deux algorithmes pour une variance
asymptotique σ2

asy = 0.001 et S = 1. On peut voir qu’avec la méthode particulaire on obtient
de meilleures performances dans les sauts de phase pour une même variance asymptotique, ainsi
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Fig. 4.20 – Vraie évolution de phase, estimation avec un filtre EKF de variance modifiée, et avec
un filtre EKF standard qui considère seulement le bruit Gaussien.

cela sera la méthode à préférer dans des environnements non-Gaussiens.

4.5 Conclusion

Ce chapitre a étudié le problème de la synchronisation fractionnée. Les systèmes GNSS
utilisent des fonctions de mise en forme qui ne vérifient pas le théorème d’échantillonnage de
Nyquist-Shannon (roll-off >> 100%), ce qui nous laisse espérer une amélioration des perfor-
mances si l’on utilise un signal suréchantillonné.

On a appliqué l’EKF pour résoudre le problème d’estimation de phase, d’estimation conjointe
de phase et d’offset de fréquence, et l’estimation de délai. Dans le cas de l’estimation de phase,
on a comparé les performances de l’EKF avec une méthode particulaire et deux méthodes dé-
terministes. On a montré que dans ce problème, faiblement non-linéaire, il n’est pas nécessaire
d’utiliser des méthodes sophistiquées car avec la méthode de Kalman on obtient de bonnes per-
formances. On a aussi fait l’étude dans des conditions réelles, utilisant une fonction de mise en
forme BOC à bande limitée.

Cette étude, montre plusieurs améliorations, quand on utilise une méthode fractionnée pour
l’estimation. La MSE d’estimation diminue quand on augmente le facteur S, et l’intêret de
suréchantillonner est clair à bas SNR, ce qui est le cas pour les systèmes de communication par
satellite.

On a aussi proposé une méthode simple pour résoudre le problème d’estimation de délai,
montrant que si on connâıt ou si on a une bonne estimation des paramètres de nuisance, il est
facile d’estimer le délai.

Finalement, on a présenté le problème d’estimation avec un bruit d’état non-Gaussien, pour
lequel le filtre de Kalman doit être légèrement modifiée pour prendre en compte l’effet de ce
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bruit.
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– Journal
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légérement différents. Le premier travail que l’on présente a été effectué en collaboration avec
Habti Abeida pendant son post-doc au Gipsa-lab entre octobre 2008 et septembre 2009. Les deux
autres travaux, ont été réalisés en collaboration avec Carles Fernández Prades et Pau Closas, du
Centre Tecnològic de Telecomunicacions de Catalunya (CTTC) à Barcelone. Ces travaux ont été
menés lors d’un séjour que j’ai réalisé dans son laboratoire entre juin et août 2009. Le lecteur
intéressé peut trouver ces travaux dans les annexes G, H et I, respectivement.

Un algorithme EM pour l’estimation conjointe des gains complexes et du délai, dans
un canal de Rayleigh à variations lentes pour des signaux CPM

Ce travail présente l’estimation conjointe du délai et des gains complexes d’un canal de
Rayleigh à variation lente, pour des signaux à phase continue (CPM). La méthode proposée
considère une méthode EM pour estimer le délai, conjointement avec un lisseur de Kalman pour
estimer les gains complexes. Ces gains sont modélisés à l’aide d’un processus autorégressif du
premier ordre.

On présente aussi le calcul de la borne de Cramér-Rao hybride modifiée, pour l’estimation
conjointe du délai et des gains complexes. Cette borne nous sert comme référence pour situer
les performances obtenues avec la méthode proposée.

Les simulations montrent le bon fonctionnement de l’algorithme. La méthode converge as-
sez rapidement vers la bonne valeur du délai, et la performance du lisseur de Kalman pour
l’estimation des gains complexes est proche de la borne.

Méthodes déterministes pour la localisation avec un réseau de capteurs hétérogène

Ce travail présente l’utilisation d’un réseau de capteurs pour la localisation d’une cible. On
a proposé un nouveau modèle de mouvement pour la cible, basé sur un système de mesures
inertielles. Dans le modèle, on prend en compte les biais introduits par le système inertiel, et on
les estime en même temps que la position et la vitesse pour obtenir un meilleur résultat.

Concernant le modèle d’observation, on peut avoir différents types de capteurs disponibles.
On a considéré que l’on a deux types différents de capteurs, un qui utilise des mesures de temps
de propagation, et l’autre qui utilise des mesures de puissance.

Le problème de localisation peut se formuler comme un problème d’estimation non-linéaire.
On propose d’utiliser des méthodes de quadrature et de cubature pour résoudre le problème
d’estimation. On a comparé les résultats avec une méthode particulaire, qui utilise le même
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nombre de particules que d’échantillons déterministes selon les cas (quadrature et cubature).
Dans les deux cas, les simulations ont montré qu’avec les méthodes déterministes on obtient des
meilleures performances qu’avec les méthodes particulaires avec une complexité moindre.

Filtrage non-linéaire pour le couplage GNSS/INS ultra-précis

Ce travail considère le problème du couplage des données satellitaires et inertielles pour
la localisation, ce qui est couramment appelé couplage GNSS/INS. Il existe plusieurs types de
couplages entre ces deux systèmes dont le plus simple considère la position estimée par le système
inertiel et la position estimée par le système GNSS séparément, et les combine pour obtenir une
meilleure estimation. Cette approche apporte peu d’améliorations à la performance du récepteur.

Une autre approche est le couplage précis, qui utilise les mesures inertielles pour améliorer
l’estimation des pseudo-distances du récepteur GNSS. Cela améliore les performances d’estima-
tion de la position car on a une meilleure estimation des pseudo-distances. Une extension de
cette approche est le couplage ultra-précis, que l’on a considéré dans ce travail, et qui consiste
à introduire le système de mesures inertielles directement dans l’étape de synchronisation du
récepteur GNSS.

Dans ce travail, on a proposé un nouveau formalisme pour coupler les données inertielles
directement avec l’évolution des paramètres de synchronisation, en considérant un possible biais
dans les mesures. Ce problème étant non-linéaire, on a proposé une solution basée sur une
méthode de cubature. Cette nouvelle approche peut remplacer la structure classique des boucles
à verrouillage. Les simulations avec un système GPS ont corroboré la pertinence de la méthode.



Conclusion générale et perspectives

D
ans ce mémoire, on s’est intéressé, d’un point de vue théorique, à l’étude des techniques
Bayésiennes de filtrage non-linéaire, et d’un point de vue applicatif, aux problèmes de

synchronisation pour les systèmes de communication par satellite et au calcul des bornes de
Cramér-Rao associées à ces problématiques. Ces trois points forment le corps du manuscrit. En
parallèle aux travaux principaux, on a abordé trois autres problématiques, liées d’une certaine
façon à la problèmatique principale. Ces trois études sont présentées en annexe. Dans ce dernier
chapitre, on donne les conclusions générales aux travaux présentés dans le corps du texte et en
annexe, ainsi qu’une énumeration des perspectives pour le travail futur.

Concernant l’étude théorique, on s’est intéressé aux problèmes d’estimation Bayésienne et
aux techniques Bayésiennes sous-optimales de filtrage non-linéaire, que l’on a présenté dans
le chapitre 2. En particulier, en plus des méthodes de Kalman et des méthodes particulaires,
on a étudié les méthodes que l’on a appelé déterministes. Ces méthodes ont toujours été un
peu délaissées dans la littérature en faveur des méthodes particulaires, mais récemment une
méthode qui utilise la quadrature de Gauss-Hermite a été reformulée (le Quadrature Kalman
Filter (QKF)) et une nouvelle méthode basée sur les lois de cubature a été proposée (le Cubature
Kalman Filter (CKF)). Ces derniers développements, et le manque de synthèse à jour dans la
littérature, ont motivé une nouvelle vue d’ensemble des méthodes déterministes, regroupant
plusieurs méthodes sous une même méthode déterministe globale.

Les méthodes déterministes sont une alternative puissante aux méthodes particulaires (PF)
et au filtrage de Kalman étendu (EKF) pour résoudre le problème du filtrage Bayésien optimal.
Par rapport à l’EKF, ces méthodes évitent la linéarisation des fonctions d’état et d’observation,
évitant des possibles problèmes de stabilité et de convergence du filtre. De plus, ces méthodes
peuvent être appliquées à des problèmes fortement non-linéaires. Les méthodes particulaires ont
l’avantage de n’imposer aucune forme pour la densité a posteriori et d’être plus pertinentes
pour des problèmes non-Gaussiens, mais en contrepartie, elles ont un coût calculatoire très élevé
et présentent des problèmes tels que la dégénerescence des échantillons, le choix de la fonction
d’importance ou le re-échantillonnage. Par rapport à ces méthodes, les méthodes déterministes
proposent des méthodes à faible coût de calcul, ce qui laisse envisager des applications temps
réel, et une solution performante pour des états à forte dimension. De plus, dans la plupart des
problèmes, l’hypothèse Gaussienne est approximativement vérifiée.

Dans les chapitres 3 et 4, on s’est intéressé au problème de synchronisation pour des systèmes
de communication par satellite, en utilisant un signal suréchantillonné. Ces systèmes utilisent des
fonctions de mise en forme à fort excès de bande, pour lesquelles le théorème d’échantillonnage
de Nyquist-Shannon n’est pas vérifié à 1 ou 2 échantillons par symbole. Ceci nous laisse espérer
une amélioration des performances si l’on utilise un facteur de suréchantillonnage supérieur à 1
échantillon par symbole.
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On a considéré que le signal reçu au récepteur passe au travers d’un filtre adapté à la mise
en forme d’émission et est ensuite suréchantillonné. Dans la première partie du chapitre 3, on
a proposé une modélisation pour ce signal, et l’on a établi la modélisation pour les paramètres
de synchronisation. Dans le modèle d’observation proposé, on a une séquence de “symboles”
équivalents avec une puissance non-stationnaire et un bruit d’état coloré. On a proposé un
modèle d’état qui prend en compte le bruit coloré.

Dans la deuxième partie du chapitre 3, on a étudié des bornes inférieures pour l’erreur
quadratique moyenne dans les problèmes de synchronisation. Plus précisément, on a calculé la
borne de Cramér-Rao Bayésienne pour l’estimation dynamique de phase, et la borne de Cramér-
Rao hybride pour l’estimation conjointe de phase et d’offset de fréquence. Le comportement des
bornes nous laisse présager une amélioration des performances dans la synchronisation si l’on
utilise un signal suréchantillonné. Ces bornes ont été utilisées comme référence pour évaluer les
performances obtenues avec les algorithmes proposés dans le chapitre 4.

Dans le chapitre 4, on a proposé des méthodes pour résoudre les problèmes d’estimation
établis dans le chapitre 3. D’abord on a proposé un filtre de Kalman étendu pour résoudre le
problème d’estimation de phase, et l’on a présenté les résultats obtenus dans plusieurs scénarios
différents, considérant deux cas distincts :

– Calcul de l’erreur quadratique moyenne pour les points de référence
– Calcul de l’erreur quadratique moyenne pour les points intermédiaires

On a comparé les performances obtenues avec l’EKF avec des méthodes particulaires et
déterministes. Cette comparaison a montré qu’il n’est pas nécessaire d’utiliser des techniques
sophistiquées pour résoudre des problèmes faiblement non-linéaires. On a fait aussi l’étude dans
des conditions plus réalistes, utilisant une fonction de mise en forme BOC à bande limitée, ce qui a
montré que dans des cas pratiques les résultats obtenus avec la BOC idéale sont corrects. Ensuite,
on a fait de même avec le problème d’estimation conjointe de phase et d’offset de fréquence. Étant
donné la similiarité des résultats, on n’a présenté que quelques scénarios. Cette étude montre
plusieurs améliorations quand on utilise une méthode fractionnée pour l’estimation. L’erreur
quadratique moyenne d’estimation diminue quand on augmente le facteur de suréchantillonnage,
et l’interêt de suréchantillonner est clair à bas rapport signal sur bruit, ce qui est le cas dans les
communications par satellite.

Dans un deuxième temps, on a présenté le problème d’estimation de délai, et l’on a proposé
une méthode itérative simple qui combine une solution de type maximum de vraisemblance avec
une méthode de Kalman. Avec cela on a bouclé tous les aspects de la synchronisation fractionnée,
et on a justifié l’étude exhaustive que l’on a fait du problème d’estimation des paramètres de
nuisance (i.e. la phase du canal). Enfin, on a brièvement étudié le problème d’estimation de
phase avec des bruits non-Gaussiens, pour lequel on a comparé une solution de type Kalman
avec une méthode particulaire.

En conclusion, tous les aspects de la synchronisation fractionnée pour des systèmes de com-
munication par satellite ont été abordés pendant ce travail. Une modélisation complète du pro-
blème a été présentée, ainsi que le calcul des bornes de Cramér-Rao pour les différents problèmes
traités. Une étude exhaustive des méthodes les plus importantes dans le domaine du filtrage
Bayésien optimal a été menée, et une nouvelle vue d’ensemble des méthodes déterministes a
été proposée. Ces méthodes ont été appliquées aux problèmes d’estimation des paramètres de
synchronisation pour des systèmes de communication par satellite, montrant la pertinence de
l’approche présentée.



Les méthodes étudiées dans cette thèse peuvent s’appliquer à d’autres problèmes dont cer-
tains ont fait l’objet de publications et sont détailles dans les annexes. Le premier travail propose
l’étude du problème de synchronisation avec un canal de Rayleigh à variation lente pour des si-
gnaux CPM, et une solution qui combine l’EM et un lisseur de Kalman. Le deuxième, présente
l’utilisation de méthodes déterministes pour la localisation d’une cible en utilisant un réseau
de capteurs hétérogène. Dans le dernier, on introduit un nouveau formalisme pour le couplage
GNSS/INS, et l’on utilise des méthodes déterministes pour résoudre le problème d’estimation
des paramètres de synchronisation.

Perspectives

On présente ici quelques perspectives de travail à court et à long terme, c’est-à-dire, des
travaux qui sont la suite logique des travaux presentés dans ce manuscrit, et des travaux ou
lignes de recherche à envisager dans un deuxième temps.

Le suite logique des travaux présentés dans le corps du texte, est l’étude des problématiques
plus complexes, dans le cadre de la synchronisation pour des systèmes GNSS. Dans le cadre de
l’estimation de phase, on a considéré le problème d’estimation avec un bruit d’état non-Gaussien.
Une deuxième étude possible serait de considérer un bruit d’observation non-Gaussien pour
modéliser des canaux plus perturbés. Pour l’estimation du délai, on a considéré une méthode
itérative couplée avec une méthode de Kalman. Il serait intéressant de proposer une méthode
Bayésienne pour l’estimation conjointe du délai et des paramètres de nuisance.

Une deuxième approche consisterait à considérer le même modèle mais avec un canal à trajets
multiples. Dans ce cas, les trajets parasites perturbent l’estimation des paramètres du trajet
principal. Pour résoudre cette problèmatique, on doit estimer les paramètres de synchronisation
pour chaque trajet. Une deuxième extension de ce problème, serait de considérer un système
multiantenne, soit du côté du récepteur, soit des deux côtés de la transmission, dans les deux
cas, monotrajet et multitrajet.

Dans notre modèle, on a considéré que les paramètres de nuisance ne varient pas à l’intérieur
d’un symbole. Il serait intéressant de ne pas faire cette hypothèse, et reformuler le problème de
la synchronisation fractionné dans ce cadre : reécrire le modèle, recalculer les bornes et évaluer
les performances des estimateurs pour le cas où le canal varie à l’intérieur d’un symbole.

Concernant les bornes, on a considéré seulement le calcul des bornes de Cramér-Rao. On
sait que ces bornes ne sont pas adaptées aux zones d’erreur fortes, alors il serait intéressant de
faire une étude d’autres bornes Bayésiennes (bornes de Weiss-Weinstein ou de Ziv-Zakai) pour
les problèmes de synchronisation.

Le modèle que l’on a utilisé dans cette thèse est une version simplifiée des vrais modèles de
communications par satellite. Il serait très intéressant de reformuler le problème en prenant le
vrai modèle GPS ou Galileo, et considérer toutes les problématiques cités précédemment. Dans
ce cadre, on pourrait analyser aussi l’effet d’avoir plusieurs satellites.

Sous une optique plus théorique, on pourrait envisager d’approfondir d’avantage le problème
de l’estimation Bayésienne et les méthodes Bayésiennes sous-optimales , car il y a plusieurs
points qui restent a élucider. On liste quelques pistes possibles :

– Il serait intéressant d’étudier le problème de la robustesse dans les méthodes détermi-
nistes, car elles sont très dépendantes de l’initialisation. Un solution possible pourrait être
d’estimer les matrices de covariance des bruits à chaque itération.



– Avec la même idée sous-jacente que dans les méthodes déterministes, est-ce que l’on peut
envisager d’autres solutions qui tiennent compte des informations a priori sur les para-
mètres à estimer ?

– Dans les méthodes particulaires et déterministes, on essaye de caractériser une densité de
probabilité a posteriori. Si l’on veut estimer un ensemble de paramètres, est-ce que cela
est la meilleure représentation ?

– Couplage des méthodes de cubature avec des méthodes particulaires ou quasi monte carlo.
– Profiter des proprietées de cyclostationnarité dans les méthodes d’estimation particulaires

et déterministes.



Annexes
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Annexe A

Dérivation des équations du filtre de
Kalman

On veut dériver les équations du filtre de Kalman à partir du modèle d’état et la structure
du filtre. L’objectif est de trouver l’estimateur non-biaisé de variance minimale, de la forme

x̂k = Ckx̂k−1 + Dkyk (A.1)

avec x̂k = x̂k|k, l’estimé à l’instant k. On note que cet estimateur est linéaire, par rapport a l’état
et à l’observation, et en plus il est récursif, étant donné qu’il n’utilise que la dernière observation
disponible.

Si l’on veut que l’estimateur soit non-biaisé, ça implique

E (x̂k − xk) = 0 (A.2)

On peut écrire

x̂k − xk = (A.3)

Ckx̂k−1 + Dkyk − xk = (A.4)

Ckx̂k−1 + Dk (Hkxk + nk) − xk = (A.5)

Ckx̂k−1 + Dk (Hkxk + nk) − xk + Ckxk−1 − Ckxk−1 = (A.6)

Ck (x̂k−1 − xk−1) + Dk (Hk {Fk−1xk−1 + vk−1} + nk) − xk + Ckxk−1 (A.7)

Si l’on remplace xk par Fk−1xk−1 + vk−1, et l’on arrange les termes

Ck [x̂k−1 − xk−1] + [DkHkFk−1 − Fk−1 + Ck]xk−1 + [DkHk − I]vk−1 + Dknk (A.8)

Étant donné que les bruits sont centrés, pour que l’estimateur soit non-biaisé, il faut que

E [DkHkFk−1 − Fk−1 + Ck] E [xk−1] = 0 (A.9)

et ça implique que
DkHkFk−1 − Fk−1 + Ck = 0 (A.10)

Ck = (I − DkHk)Fk−1 (A.11)

Avec ça on peut écrire l’estimateur comme

x̂k = (I − DkHk)Fk−1x̂k−1 + Dkyk (A.12)
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où de manière équivalente

x̂k = Fk−1x̂k−1 + Dk (yk − HkFk−1x̂k−1) (A.13)

qui est l’équation de la mise à jour de l’état. Il faut seulement déterminer la valeur de Dk qui
minimise la variance de l’erreur d’estimation x̃k|k, ou ce qui est équivalent, minimiser la trace de
la matrice de covariance de l’erreur, Pk|k. On rappele l’expression de la valeur prédite de l’état,
x̂k|k−1

x̂k|k−1 = Fk−1x̂k−1|k−1 (A.14)

et son erreur d’estimation

x̃k|k−1 = x̂k|k−1 − xk = Fk−1(x̂k−1|k−1 − xk−1) − vk−1 (A.15)

La matrice de covariance de l’erreur de prédiction peut s’écrire comme

Pk|k−1 = E

(
x̃k|k−1x̃

T
k|k−1

)

= E
([

Fk−1(x̂k−1|k−1 − xk−1) − vk−1

] [
(x̂k−1|k−1 − xk−1)

TFTk−1 − vTk−1

])

= Fk−1E
(
(x̂k−1|k−1 − xk−1)(x̂k−1|k−1 − xk−1)

T
)
FTk−1 + E

(
vk−1v

T
k−1

)

= Fk−1Pk−1|k−1F
T
k−1 + Qk−1

(A.16)

qui est l’équation de la prédiction de la covariance.
Maintenant, il nous faut trouver l’expression de la covariance Pk|k, qui sera fonction de

Pk|k−1 et Dk. Si l’on introduit l’expression de l’estimateur

x̂k|k = x̂k|k−1 + Dk

(
yk − Hkx̂k|k−1

)
(A.17)

dans l’expression de l’erreur d’estimation

x̃k|k = x̂k|k − xk (A.18)

on obtient après quelques manipulations

x̃k|k = [I − DkHk] x̃k|k−1 − Dknk (A.19)

et l’on calcule facilement, l’expression de la matrice de covariance de l’erreur

Pk|k = E

(
x̃k|kx̃

T
k|k

)
= [I − DkHk]Pk|k−1 [I − DkHk]

T + DkRkD
T
k (A.20)

Il nous reste seulement, à trouver l’expression de Dk, qui minimise la trace de Pk|k. On
reécrit l’expression de la matrice de covariance de l’erreur

Pk|k = [I − DkHk]Pk|k−1 [I − DkHk]
T + DkRkD

T
k

= [I − DkHk]Pk|k−1

[
I − HT

kD
T
k

]
+ DkRkD

T
k

= Pk|k−1 − DkHkPk|k−1 − Pk|k−1H
T
kD

T
k + DkHkPk|k−1H

T
kD

T
k + DkRkD

T
k

(A.21)

dont la trace est

tr(Pk|k) = tr(Pk|k−1) − 2tr(DkHkPk|k−1) + tr(DkHkPk|k−1H
T
kD

T
k ) + tr(DkRkD

T
k ) (A.22)

La dérivée partielle de tr(Pk|k), par rapport à Dk, est

∂tr(Pk|k)

∂Dk
= −2Pk|k−1H

T
k + 2DkHkPk|k−1H

T
k + 2Rk (A.23)



Si l’on résoud l’équation
∂tr(Pk|k)

∂Dk
= 0, pour Dk, on trouve l’expression du gain de Kalman

Dk = Kk = Pk|k−1H
T
k

(
HkPk|k−1H

T
k + Rk

)−1
(A.24)

Avec cette expression du gain de Kalman, on peut reécrire la matrice de covariance de l’erreur
d’une façon simplifiée

Pk|k = (I − KkHk)Pk|k (A.25)





Annexe B

Filtre Bayésien sous l’hypothèse
Gaussienne

Dans cette annexe on détaille les équations de la section 2.4.2 et on résume le filtre dans
l’algorithme 6. Le filtre Bayésien est composé de deux étapes récursives (voir section 2.1) :
prédiction et correction. Dans le contexte Gaussien que l’on traite dans cette section, la structure
du filtre est la suivante :

Prédiction Dans cette étape, on cherche la moyenne et la matrice de covariance de la den-
sité de prédiction. Cette moyenne peut s’écrire comme l’espérance de l’état sachant toutes les
observations et entrées passées.

x̂k|k−1 = E [xk|y1:k−1,u1:k−1]

= E [fk−1(xk−1,uk−1) + vk−1|y1:k−1,u1:k−1]

= E [fk−1(xk−1,uk−1)|y1:k−1,u1:k−1]

=

∫

Rnx

fk−1(xk−1,uk−1)p(xk−1|y1:k−1,u1:k−1)dxk−1

sous l’hypothèse Gaussienne, on écrit

x̂k|k−1 =

∫

Rnx

fk−1(xk−1,uk−1)N (xk−1; x̂k−1|k−1,Pk−1|k−1)dxk−1

La matrice de covariance associée à l’erreur de prédiction s’écrit

Pk|k−1 = E

[(
xk − x̂k|k−1

) (
xk − x̂k|k−1

)T |y1:k−1,u1:k−1

]

= E
[
xkx

T
k |y1:k−1,u1:k−1

]
− 2E

[
xkx̂

T
k|k−1|y1:k−1,u1:k−1

]

+E

[
x̂k|k−1x̂

T
k|k−1|y1:k−1,u1:k−1

]

= E

[
(fk−1(xk−1,uk−1) + vk−1) (fk−1(xk−1,uk−1) + vk−1)

T |y1:k−1,u1:k−1

]

−x̂k|k−1x̂
T
k|k−1

= E
[
fk−1(xk−1,uk−1)f

T
k−1(xk−1,uk−1)|y1:k−1,u1:k−1

]

−x̂k|k−1x̂
T
k|k−1 + Qk−1
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qui sous l’hypothèse Gaussienne, prend la forme suivante

Pk|k−1 =

∫

Rnx

fk−1(xk−1,uk−1)f
T
k−1(xk−1,uk−1)N (xk−1; x̂k−1|k−1,Pk−1|k−1)dxk−1

−x̂k|k−1x̂
T
k|k−1 + Qk−1

Correction Dans cette étape, le filtre calcule la densité a posteriori, p(xk|y1:k,u1:k), à partir
de la densité prédite. Étant donné que l’on est sous l’hypothèse Gaussienne, il nous faut seulement
calculer la moyenne, x̂k|k, et la covariance, Pk|k, de cette densité

p(xk|y1:k,u1:k) = N (xk; x̂k|k,Pk|k)

Dans le cadre de la solution de Kalman, la correction de la moyenne et la matrice de cova-
riance s’écrit :

x̂k|k = x̂k|k−1 + Kk

(
yk − ŷk|k−1

)

Pk|k = Pk|k−1 − KkPyy,k|k−1K
T
k

où Kk, est le gain de Kalman, et Pyy,k|k−1, est la matrice de covariance associée à l’erreur de
prédiction de l’observation ŷk|k−1. L’expression du gain de Kalman est la suivante

Kk = Pxy,k|k−1P
−1
yy,k|k−1

où Pxy,k|k−1, représente la matrice de covariance croisée de l’erreur de prédiction de l’état et de
l’observation.

La prédiction de l’observation peut s’écrire comme

ŷk|k−1 = E [yk|y1:k−1,u1:k−1]

= E [hk(xk,uk) + nk|y1:k−1,u1:k−1]

= E [hk(xk,uk)|y1:k−1,u1:k−1]

=

∫

Rnx

hk(xk,uk)p(xk|y1:k−1,u1:k−1)dxk

=

∫

Rnx

hk(xk,uk)N (xk; x̂k|k−1,Pk|k−1)dxk

et la matrice de covariance associée à l’erreur de prédiction de l’observation

Pyy,k|k−1 = E

[(
yk − ŷk|k−1

) (
yk − ŷk|k−1

)T |y1:k−1,u1:k−1

]

= E
[
yky

T
k |y1:k−1,u1:k−1

]
− 2E

[
ykŷ

T
k|k−1|y1:k−1,u1:k−1

]

+E

[
ŷk|k−1ŷ

T
k|k−1|y1:k−1,u1:k−1

]

= E

[
(hk(xk,uk) + nk) (hk(xk,uk) + nk)

T |y1:k−1,u1:k−1

]

−ŷk|k−1ŷ
T
k|k−1

= E
[
hk(xk,uk)h

T
k (xk,uk)|y1:k−1,u1:k−1

]

−ŷk|k−1ŷ
T
k|k−1 + Rk

=

∫

Rnx

hk(xk,uk)h
T
k (xk,uk)N (xk; x̂k|k−1,Pk|k−1)dxk

−ŷk|k−1ŷ
T
k|k−1 + Rk



Il nous reste à trouver l’expression de la matrice de covariance croisée de l’erreur de prédiction
de l’état et l’observation,

Pxy,k|k−1 = E

[(
xk − x̂k|k−1

) (
yk − ŷk|k−1

)T |y1:k−1,u1:k−1

]

= E
[
xky

T
k |y1:k−1,u1:k−1

]
− E

[
xkŷ

T
k|k−1|y1:k−1,u1:k−1

]

−E
[
x̂k|k−1y

T
k |y1:k−1,u1:k−1

]
+ E

[
x̂k|k−1ŷ

T
k|k−1|y1:k−1,u1:k−1

]

= E

[
xk (hk(xk,uk) + nk)

T |y1:k−1,u1:k−1

]

−x̂k|k−1ŷ
T
k|k−1

= E
[
xkh

T
k (xk,uk)|y1:k−1,u1:k−1

]
− ŷk|k−1ŷ

T
k|k−1

=

∫

Rnx

xkh
T
k (xk,uk)N (xk; x̂k|k−1,Pk|k−1)dxk − x̂k|k−1ŷ

T
k|k−1



Algorithm 6 Filtre Bayésien Optimal sous l’hypothèse Gaussienne

Require: Les observations y (que l’on peut obtenir de manière séquentielle), l’état initial x0, la cova-
riance de l’état initial P0, et les statistiques des bruit d’état et d’observation, Qk et Rk.

1: Fixer x̂0|0 = x0 et P0|0 = P0

2: for k = 1 to ∞ do

3: Prédiction :
4: Prédiction de l’état :

bxk|k−1 =

Z

Rnx

fk−1(xk−1,uk−1)N (xk−1; bxk−1|k−1,Pk−1|k−1)dxk−1 (B.1)

5: Prédiction de la matrice de covariance de l’erreur d’estimation de l’état :

Pk|k−1 =

Z

Rnx

fk−1(xk−1,uk−1)f
T
k−1(xk−1,uk−1)N (xk−1; bxk−1|k−1,Pk−1|k−1)dxk−1

−bxk|k−1bx
T
k|k−1 + Qk−1 (B.2)

6: Correction :
7: Prédiction de l’observation :

byk|k−1 =

Z

Rnx

hk(xk,uk)N (xk; bxk|k−1,Pk|k−1)dxk (B.3)

8: Calcul de la matrice de covariance de l’erreur de prédiction :

Pyy,k|k−1 =

Z

Rnx

hk(xk,uk)hT
k (xk,uk)N (xk; bxk|k−1,Pk|k−1)dxk

−byk|k−1by
T
k|k−1 + Rk (B.4)

9: Calcul de la matrice de covariance croisée :

Pxy,k|k−1 =

Z

Rnx

xkh
T
k (xk,uk)N (xk; bxk|k−1,Pk|k−1)dxk − bxk|k−1by

T
k|k−1 (B.5)

10: Calcul du Gain de Kalman :
Kk = Pxy,k|k−1P

−1
yy,k|k−1 (B.6)

11: Correction de l’état :
bxk|k = bxk|k−1 + Kk

`

yk − byk|k−1

´

(B.7)

12: Correction de la matrice de covariance :

Pk|k = Pk|k−1 − KkPyy,k|k−1K
T
k (B.8)

13: end for



Annexe C

Méthodes déterministes : calculs
détaillés

Dans cette annexe, on présente le détail de certains calculs de la section 2.4.

C.1 Différentes approches et calcul des échantillons détermi-
nistes

C.1.1 Approche Unscented

On considère une variable aléatoire nx-dimensionnelle x, de moyenne x̄ et matrice de cova-
riance Px, qui subit une transformation non-linéaire arbitraire,

y = hNL(x)

On veut calculer les deux premiers moments de la variable aléatoire y, utilisant un échantillon-
nage déterministe. La procédure est la suivante : on choisit un ensemble d’échantillons et leurs
poids associés, de façon à ce que ces échantillons pondérés captent complétement la vrai moyenne
et covariance de la variable aléatoire de départ, x. Un ensemble qui satisfait ces contraintes, est
l’ensemble de 2nx + 1 échantillons suivant :

X0 = x̄ w0 =
κ

nx + κ

Xi = x̄ +
[√

(nx + κ)Px

]

i
wi =

1

2 (nx + κ)
i = 1, . . . , nx (C.1)

Xi = x̄ −
[√

(nx + κ)Px

]

i
wi =

1

2 (nx + κ)
i = nx + 1, . . . , 2nx

où Xi et wi, sont les échantillons déterministes et leurs poids associés, κ est un paramètre de

la transformation et
[√

(nx + κ)Px

]

i
fait référence à la i-ème colonne de la matrice. La racine-

carrée d’une matrice peut être calculée, par exemple, avec la décomposition de Cholesky. On
peut construire des ensembles, qui en plus de capter la moyenne et la covariance, capturent aussi
le coefficient de dissymétrie et le kurtosis.

On propage les sigma-points, au travers de la fonction non-linéaire, pour produire un nouvel
ensemble de points

Yi = hNL(Xi) i = 0, . . . , 2nx (C.2)
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À partir de ce nouvel ensemble d’échantillons, on peut estimer la moyenne et la covariance de
la variable aléatoire transformée, de la façon suivante

ȳ ≈
2nx∑

i=0

wiYi (C.3)

Py ≈
2nx∑

i=0

wi (Yi − ȳ) (Yi − ȳ)T (C.4)

Les estimations de la moyenne et la covariance, sont précises jusqu’au deuxième ordre (troi-
sième si x est une variable aléatoire Gaussienne) du développement en série de Taylor de hNL,
pour n’importe quelle fonction non-linéaire. Avec le paramètre κ, on peut contrôler la distribu-
tion des sigma-points, ce qui nous laisse un degré de liberté pour résoudre des problèmes quand
la dimension nx augmente. Pour annuler l’effet de la dimension, il faudrait choisir κ = 3 − nx,
qui peut être négatif, ce qui impliquerait un poids w0 < 0 et une matrice de covariance qui peut
devenir semi-définie négative. Pour résoudre ce problème, une UT alternative a été proposée, la
Scaled UT (SUT) [Juli 97].

Le principe de la SUT est de rajouter un degré de liberté pour contrôler les éventuels effets
d’ordre supérieur. Le nouveau ensemble d’échantillons est construit à partir de l’ancien comme

X ′

i = X0 + α (Xi −X0) i = 0, . . . , 2nx (C.5)

Cette formulation rend possible le contrôle de la distribution des sigma-points, sans permettre
que la covariance devienne semi-définie négative. On peut calculer l’ensemble d’échantillons
directement de la façon suivante : on définit λ = α2 (nx + κ) − nx, et l’on calcule

X0 = x̄ i = 0

Xi = x̄ +
[√

(nx + λ)Px

]

i
i = 1, . . . , nx (C.6)

Xi = x̄ −
[√

(nx + λ)Px

]

i
i = nx + 1, . . . , 2nx

avec leurs poids associés

w
(m)
0 =

λ

nx + λ
i = 0

w
(c)
0 =

λ

nx + λ
+
(
1 − α2 + β

)
i = 0 (C.7)

w
(m)
i = w

(c)
i =

1

2 (nx + λ)
i = 1, . . . , 2nx

Le poid associé à l’échantillon X0, affecte directement les erreurs au quatrième ordre et supérieurs.
Pour cela, un troisième paramètre, β, sert à contrôler cet effet. Ainsi l’ensemble des paramètres
que l’on a pour contrôler la SUT est (κ, α, β), pour lesquels il n’existe pas de valeurs optimales de
manière générale. Avec ce nouveau ensemble, on calcule les statistiques de la variable aléatoire



transformée de la même façon qu’avant, mais utilisant les nouveau poids.

ȳ ≈
2nx∑

i=0

w
(m)
i Yi (C.8)

Py ≈
2nx∑

i=0

w
(c)
i (Yi − ȳ) (Yi − ȳ)T (C.9)

Pxy ≈
2nx∑

i=0

w
(c)
i (Xi − x̄) (Yi − ȳ)T (C.10)

C.1.2 Approche différences finies

Si l’on suppose que l’on veut approcher la fonction non-linéaire hNL(x), l’approximation de
Stirling de deuxième ordre s’écrit, dans le cas scalaire,

hNL(x) = hNL(x̄) +D∆xhNL +
1

2
D2

∆x
hNL (C.11)

où les évaluation fonctionnelles, de premier et deuxième ordre, prennent respectivement la forme
suivante

D∆x = (x− x̄)
hNL(x̄+ h) − hNL(x̄− h)

2h
(C.12)

D2
∆x

= (x− x̄)2
hNL(x̄+ h) + hNL(x̄− h) − 2hNL(x̄)

h2
(C.13)

avec h la longueur de l’intervalle, et dans ce cas on a fait l’interpolation autour de la moyenne
x̄. Alors, on peut voir que l’interpolation de Stirling, est comme un développement en série de
Taylor, où les dérivés ont été remplacées par des différences finies.

Dans le cas multimensionnel, l’idée est de construire une nouvelle variable aléatoire avec
leur composantes décorrélées, et d’appliquer les opérations du cas scalaire. On suppose que l’on
a la variable aléatoire nx-dimensionnelle x, de moyenne x̄ et covariance Px, et que Sx est la
factorisation de Cholesky de cette matrice de covariance, Px = SxS

T
x . On construit la variable

aléatoire z

z = S−1
x x (C.14)

h̃NL(z) = hNL(Sxz) = hNL(x) (C.15)

Étant donné que les composantes de z sont décorrélées, on peut appliquer directement la formula-
tion de Stirling scalaire indépendamment aux composantes de h̃NL(z). On définit les opérateurs
suivants

mih̃NL(z̄) =
1

2

(
h̃NL(z̄ + hei) + h̃NL(z̄ − hei)

)
(C.16)

dih̃NL(z̄) =
1

2h

(
h̃NL(z̄ + hei) − h̃NL(z̄ − hei)

)
(C.17)

d2
i h̃NL(z̄) =

1

2h2

(
h̃NL(z̄ + hei) + h̃NL(z̄ − hei) − 2h̃NL(z̄)

)
(C.18)

où ei est le i-ème vecteur unitaire.



L’interpolation de Stirling multidimensionnelle de deuxième ordre s’écrit

hNL(x) = h̃NL(z) ≈ h̃NL(z̄) + D̃∆z
h̃NL +

1

2
D̃2

∆z
h̃NL (C.19)

où les opérateurs de Stirling multidimensionnels, prennent la forme suivante [Norg 00]

D̃∆z
h̃NL =

(
nx∑

i=1

[z − z̄]imidi

)
h̃NL(z̄) (C.20)

D̃2
∆z

h̃NL =




nx∑

i=1

[z − z̄]2i d
2
i +

nx∑

j=1

nx∑

q=1 6=j
[z − z̄]j [z − z̄]q (mjdj) (mqdq)



 h̃NL(z̄)(C.21)

On note que

h̃NL(z̄ ± hei) = hNL(Sx[z̄ ± hei]) (C.22)

= hNL(Sxz̄ ± hSxei) (C.23)

= hNL(x̄ ± hsxi
) (C.24)

avec sxi
= [Sx]i, la i-ème colonne du facteur de Cholesky de la matrice de covariance. On peut

voir, que dans la formule d’interpolation de Stirling, on utilise un ensemble de points, x̄± hsxi
,

pour évaluer les fonctions. Ces points sont générés de façon très similaire à l’ensemble de points
de l’UT.

Mais le point le plus important reste à éclaircir, comment approcher la moyenne et la co-
variance d’une variable aléatoire transformée par une fonction non-linéaire. On prend le même
problème que dans le cas de la UT : on a y = hNL(x) et l’on veut calculer la moyenne ȳ, la co-
variance Py et la covariance croisée Pxy. On peut approcher cette variable aléatoire en utilisant
l’interpolation de Stirling, comme

y = hNL(x) ≈ h̃NL(z̄) + D̃∆z
h̃NL +

1

2
D̃2

∆z
h̃NL (C.25)

On suppose que [z − z̄] est une variable aléatoire centrée, réduite et symétrique. La moyenne
peut s’approcher comme

ȳ ≈ E

[
h̃NL(z̄) + D̃∆z

h̃NL +
1

2
D̃2

∆z
h̃NL

]

= h̃NL(z̄) +
1

2h2

nx∑

i=1

(
h̃NL(z̄ + hei) + h̃NL(z̄ − hei) − 2h̃NL(z̄)

)

=
h2 − nx
h2

h̃NL(z̄) +
1

2h2

nx∑

i=1

(
h̃NL(z̄ + hei) + h̃NL(z̄ − hei)

)

=
h2 − nx
h2

h̃NL(x̄) +
1

2h2

nx∑

i=1

(
h̃NL(x̄ + hsxi

) + h̃NL(x̄ − hsxi
)
)

(C.26)

De la même façon que pour la moyenne, et utilisant quelques manipulations algébriques, on peut



calculer la matrice de covariance et covariance croisée (pour un calcul détaillé, voir [Norg 00]),

Py ≈ 1

4h2

nx∑

i=1

(
h̃NL(x̄ + hsxi

) − h̃NL(x̄ − hsxi
)
)(

h̃NL(x̄ + hsxi
) − h̃NL(x̄ − hsxi

)
)T

+
h2 − 1

4h4

nx∑

i=1

(
h̃NL(x̄ + hsxi

) + h̃NL(x̄ − hsxi
) − 2h̃NL(x̄)

)
×

×
(
h̃NL(x̄ + hsxi

) + h̃NL(x̄ − hsxi
) − 2h̃NL(x̄)

)T
(C.27)

Pxy ≈
1

2h

nx∑

i=1

sxi

(
h̃NL(x̄ + hsxi

) − h̃NL(x̄ − hsxi
)
)T

(C.28)

La valeur optimale de la longueur de l’intervalle, h, dépend de la distribution de la variable
aléatoire z. Pour minimiser l’erreur entre l’estimation de la moyenne et la covariance, et le
développement de Taylor de la vraie moyenne et covariance, h2 doit être égal au kurtosis de z
[Norg 00]. Pour une variable aléatoire Gaussienne la valeur optimale est h =

√
3.

C.1.3 Approche quadrature de Gauss-Hermite

Méthode de Gauss-Hermite
Dans la méthode de quadrature de Gauss-Hermite, la fonction de pondération est un densité

Gaussienne, centrée et réduite, W (x) = e−x
2
, et l’intervalle d’interêt est (−∞,∞).

Le théorème de Gauss-Hermite dit que l’on choisit les points de quadrature comme les racines
du polynôme d’Hermite de m-ème ordre. Cette méthode est exacte pour tous les polynômes de
degré ≤ (2m−1). Dans un premier cas on s’intéresse à approcher une intégrale de la forme (dans
le cas monodimensionel) suivante

I(g(x)) =

∫
g(x)N (x; 0, 1) dx (C.29)

et pour appliquer la méthode de Gauss-Hermite on prend la variable z = 1√
2
x. La méthode de

Gauss-Hermite nous donne ∫
g(z)e−z

2
dz ≈

m∑

i=1

wig(Zi) (C.30)

où les points de quadrature sont les m racines du m-ème polynôme d’Hermite. Dans la suite,
on présente une méthode efficace pour calculer les points et poids de quadrature dans le cas de
Gauss-Hermite. On peut générer un ensemble orthonormal de polynômes d’Hermite

H−1(z) = 0 , H0(z) =
1

π1/4

Hj+1(z) = x

√
2

j + 1
Hj(z) −

√
j

j + 1
Hj−1(z) ; j = 0, · · · ,m− 1

Si l’on pose βj =
√
j/2, la récursion s’écrit

zHj(z) = βj+1Hj+1(z) + βjHj−1(z)

On peut écrire le résultat pour toutes les valeurs de j utilisant une forme matricielle,

zh(z) = Jmh(z) + βmHm(z)em (C.31)



où em = [0, · · · , 0, 1]T et

Jm =





0 β1

β1 0 β2

β2
. . .

. . .
. . . βm−1

βm−1 0





De l’équation (C.31), on peut voir que si Hm(z) = 0 cette équation détermine les vecteurs
propres de la matrice Jm. Ainsi, si l’on cherche les valeurs de y pour lesquels Hm(z) = 0,
l’équation (C.31) nous donne les valeurs et vecteurs propres de Jm. Les valeurs propres zi, avec
i = 1, · · · ,m, correspondent aux m racines de Hm(z) qui d’après le théorème de Gauss-Hermite,
sont les points de quadrature.

Mais on doit encore trouver les poids associés. Les vecteurs propres prennent la forme suivante

νj(zi) =
Hj(zi)√
Wi

ν(zi) = [ν1(zi), · · · , νm(zi)]
T =

1√
Wi

[H0(zi), · · · , Hm−1(zi)]
T

avec Wi =
∑m

j=1H
2
j (zi). On sait que les vecteurs propres vérifient les conditions d’orthogonalité

suivantes

ν(zk)
T ν(zl) =

m∑

j=1

νj(zk)νj(zl) = δkl

m∑

i=1

νk(zi)νl(zi) =

m∑

i=1

Hk(zi)Hl(zi)
1

Wi
= δkl (C.32)

D’après cela, l’orthogonalité des polynômes d’Hermite peut s’exprimer comme

∫ ∞

−∞
Hk(z)Hl(z)W (z)dz = δkl (C.33)

Si l’on compare (C.32) et (C.33), on peut voir que dans le cas discret, W (x) est remplacé par
1
Wi

, pour les fonctions évaluées aux valeurs propres zi, alors on peut dire que les poids associés

sont wi = 1
Wi

.

On a obtenu une méthode alternative pour trouver les points et poids de quadrature, à la
solution qui cherche les racines des polynômes. On cherche les vecteurs et valeurs propres de Jm
et les points de quadrature sont directement les valeurs propres Zi = zi, et les poids associés
s’écrivent wi = ν2

i,1, où νi,1 est le premier élément de l’i-ème vecteur propre normalisé de Jm
Si l’on pense à la définition de z que l’on a effectué, on a que les points de quadrature pour

l’intégrale que l’on veut calculer sont ξi =
√

2Zi. Alors on obtient

I(g(x)) =

∫
g(x)N (x; 0, 1) dx ≈

m∑

i=1

wig(ξi) (C.34)



Cas multidimensionnel : si l’on a une variable aléatoire multidimensionnelle x, et une fonc-
tion de pondération W (x) = N (x;0, Inx), la méthode de quadrature de Gauss-Hermite s’écrit,

I(g(x)) ≈
m∑

lnx=1

· · ·
m∑

l1=1

wlnx
· · ·wl1g(ξl1 · · · ξlnx

) =
mnx∑

l=1

w̃lg(ξl) (C.35)

avec w̃l =
∏nx

j=1wlj et ξl = [ξl1 · · · ξlnx
].

Alors, la méthode de Gauss-Hermite, nous sert à approcher des intégrales de la forme∫
g(x)N (x;0, Inx)dx. Cette intégrale peut être vue comme l’espérance mathématique de g(x), si

la variable aléatoire x suit une distribution Gaussienne, centrée et réduite. Dans un cas général,
les composantes de x, peuvent être corrélées, alors les intégrales d’intérêt sont de la forme

E(g(x)) =

∫
g(x)N (x; x̄,Σ)dx (C.36)

Dans ce cas on ne peut pas appliquer directement l’équation (2.62). Pour résoudre ce problème,
on fait un changement de variable pour rendre les composantes non-corrélés. On écrit

y =
(√

Σ
)−1

(x − x̄)

Avec cela, on peut écrire

E(g(x)) =

∫
g(x)N (x; x̄,Σ)dx =

∫
g(
√

Σy + x̄)N (y;0, Inx)dy (C.37)

Avec cette nouvelle formulation, on peut appliquer la quadrature de Gauss-Hermite, et l’on
obtient

E (g(x)) ≈
m∑

lnx=1

· · ·
m∑

l1=1

wlnx
· · ·wl1g

(√
Σ[ξl1 · · · ξlnx

] + x̄
)

=

mnx∑

l=1

w̃lg(
√

Σξl + x̄) (C.38)

avec w̃l =
∏nx

j=1wlj et ξl = [ξl1 · · · ξlnx
]. Si l’on écrit Xl =

√
Σξl + x̄, on peut écrire finalement

E (g(x)) ≈
mnx∑

l=1

w̃lg(Xl) (C.39)

On peut voir qu’avec cette formulation, on peut approcher de façon déterministe, effectuant
une somme pondérée d’évaluations d’une fonction, une intégrale Gaussienne. Pour voir le lien
avec les deux méthodes précendentes, la SUT et la méthode d’interpolation de Stirling, il nous
faut voir comment on fait pour approcher la moyenne et la covariance d’une variable aléatoire
qui a subit une transformation non-linéaire.

D’après [Aras 07], on peut démontrer que l’on peut approcher la moyenne et la covariance
de la variable aléatoire y à partir de la variable Gaussienne x, utilisant la quadrature de Gauss-
Hermite.

On a une variable aléatoire x, de moyenne x̄ et matrice de covariance Pxx. On peut écrire

x̄ =
mnx∑

l=1

w̃lXl (C.40)

Pxx =
mnx∑

l=1

w̃l (Xl − x̄) (Xl − x̄)T (C.41)



Si l’on calcule la transformation des points de quadrature, Yl = g(Xl), on peut estimer la
moyenne, la covariance, et la covariance croisée de y

ȳ ≈
mnx∑

l=1

w̃lYl (C.42)

Pyy ≈
mnx∑

l=1

w̃l (Yl − ȳ) (Yl − ȳ)T (C.43)

Pxy ≈
mnx∑

l=1

w̃l (Xl − x̄) (Yl − ȳ)T (C.44)

C.1.4 Approche cubature

On cherche à approcher l’intégrale du produit d’une fonction arbitraire par une densité
Gaussienne,

I(f) =

∫

Rnx

f(x)e−xxT

dx (C.45)

Si l’on prend x = ry, où r est un rayon et y un vecteur directeur, avec yTy = 1 et xTx = r2

pour r ∈ [0,∞), on peut réécrire l’intégrale (eq.(2.71)) sous une forme sphérique

I(f) =

∫ ∞

0

∫

Un

f(ry)rn−1e−r
2
dσ(y)dr (C.46)

=

∫ ∞

0
S(r)rn−1e−r

2
dr (C.47)

où la surface de la sphère est définie comme Un =
{
y ∈ R

nx |yTy = 1
}

et σ(·) est la mesure
de surface. L’intégrale (C.47) est une intégrale radiale, et S(r) est une intégrale sphérique avec
fonction de pondération w(y) = 1,

S(r) =

∫

Un

f(ry)dσ(y) (C.48)

L’idée est de calculer l’intégrale radiale avec une méthode de quadrature Gaussienne, et
l’intégrale sphérique avec une régle de cubature sphérique. On veut construire une régle de
cubature sphérico-radiale symétrique de troisième ordre.

On définit :
– Dans une région complètement symétrique, on appelle un point q un générateur, si q =

(q1, q2, . . . , qr, 0, . . . , 0) ∈ R
nx , avec qi ≥ qi+1 > 0, i = 1, . . . , (r − 1).

– On note [q1, q2, . . . , qr] l’ensemble de points complétement symétriques, obtenus à partir
de toutes les permutations et changements de signe possibles du générateur.

– [q1, q2, . . . , qr]i répresente le i-ème élément de l’ensemble [q1, q2, . . . , qr].
– Exemple : l’ensemble de points [1] ∈ R

2, est

{[1, 0] , [0, 1] , [−1, 0] , [0,−1]}

Régle de cubature sphérique : on cherche la régle de cubature sphérique de troisième degré
qui prend la forme suivante

∫

Un

f(y)dσ(y) ≈ w

2nx∑

i=1

f [q]i (C.49)



L’ensemble de points [q] est invariant par rapport aux permutations et changements de signe.
Cette régle est exacte pour tous les polynômes d’ordre impair, ainsi pour avoir une régle de
troisième ordre, il nous suffit de garantir que l’approximation soit exacte pour f(y) = 1 et
f(y) = y2

1. On peut écrire

f(y) = 1 : 2nxw =

∫

Un

dσ(y) = An (C.50)

f(y) = y2
1 : 2wq2 =

∫

Un

y2
1dσ(y) =

An
nx

(C.51)

avec An la surface de la sphère unitaire An = 2
√
πnx

Γ(nx/2)
, avec Γ(n) la fonction Gamma. Si l’on

résoud le système on trouve que w = An

2nx
et q2 = 1. Alors les points de cubature se trouvent à

l’intersection de la sphère unitaire et ses axes.

Régle radiale : On cherche une régle de quadrature Gaussienne pour approcher l’intégrale
radiale ∫ ∞

0
f(x)xnx−1e−x

2
dx =

1

2

∫ ∞

0
f̃(t)t

nx
2
−1e−tdt ≈

m∑

i=1

wif(xi) (C.52)

où f̃(t) = f(
√
t), et {xi, wi} est l’ensemble de points et poids de quadrature. L’intégrale d’intérêt

prend la forme d’une intégrale de Gauss-Laguerre généralisée. Une approximation de Gauss-
Laguerre de premier degré est exacte pour f̃(t) = 1, t, alors pour, f(x) = 1, x2. Quand on
combine cette règle avec la règle de cubature sphérique, tous les coefficients pour les polynômes
d’ordre impair sont nuls, ainsi pour que cette approximation soit exacte pour tous les polynômes
de troisième degré, il suffit de considerér la règle de Gauss-Laguerre généralisée de premier ordre.
On peut écrire ∫ ∞

0
f(x)xnx−1e−x

2
dx ≈ w1f(x1) (C.53)

où x1 est la racine-carré, de la racine du polynôme de Laguerre de premier ordre, à cause du
changement de variable que l’on a fait. On sait que x1 =

√
nx

2 et w1 = Γ(nx/2)
2 .

Règle sphérico-radiale : ici on combine les deux règles obtenues séparemment. On suppose
que l’on calcule l’intégrale radiale à partir de mr points de quadrature, et l’intégrale sphérique,
à partir de ms points de cubature,

∫ ∞

0
f(r)rnx−1e−r

2
dr ≈

mr∑

i=1

aif(ri) (C.54)

∫

Un

f(rs)dσ(s) ≈
ms∑

j=1

bjf(rsj) (C.55)

Alors une règle sphérico-radiale de cubature qui utilise (ms ×mr) points, s’écrit

∫

Rnx

f(x)e−xT xdx ≈
ms∑

j=1

mr∑

i=1

aibjf(risj) (C.56)

En faisant un changement de variable on peut écrire l’égalité suivante
∫

Rnx

f(x)N (x;µ,Σ) dx =
1√
πnx

∫

Rnx

f(
√

2Σx + µ)e−xT xdx (C.57)



Pour finir, on particularise pour la règle de cubature sphérico-radiale de troisième ordre. On
a mr = 1 et ms = 2nx, alors le nombre total de points de cubature est m = 2nx, et l’on peut
écrire ∫

Rnx

f(x)N (x;0, I) dx ≈
m∑

i=1

wif(ξi) (C.58)

avec

ξi =

√
m

2
[1]i

wi =
1

m
, i = 1, . . . ,m

Avec cette approximation, comme on a fait avec la méthode de Gauss-Hermite, on peut
faire une estimation de la moyenne et la covariance d’une variable aléatoire qui a subi une
transformation non-linéaire.

C.2 Approximation du filtre Bayésien

C.2.1 Central Difference Kalman Filter

L’UKF est une application directe de la SUT à la solution de Kalman. Dans cette section, on
montre que le CDKF est obtenu de la même manière, mais en utilisant la méthode d’interpolation
de Stirling (voir section 2.4.3.2).

On a vu que dans la méthode d’interpolation de Stirling, les fonctions sont évaluées aux
points déterministes suivants

x̄ ± hsxi
(C.59)

où sxi
est la i-ème colonne de la racine-carrée de la matrice de covariance de x. Dans ce cas,

comme dans l’UKF, on veut prendre en compte aussi l’effet des bruit d’état et d’observation
dans l’interpolation. On définit les coefficients suivants

sxi,k−1|k−1 =
[√

Pk−1|k−1

]

i
i = 1, · · · , nx (C.60)

sxi,k|k−1 =
[√

Pk|k−1

]

i
i = 1, · · · , nx (C.61)

svi,k−1|k−1 =
[√

Q
]

i
i = 1, · · · , nv (C.62)

sni,k|k−1 =
[√

R
]

i
i = 1, · · · , nn (C.63)

Étant donné que l’on veut appliquer la méthode d’interpolation de Stirling à la solution de
Kalman, on suppose qu’à l’instant k − 1 on dispose d’une estimation de la moyenne et de la
covariance de x, x̂k−1|k−1 et Pk−1|k−1, de plus on connâıt les statistiques du bruit d’état. Ainsi
on peut faire une estimation de la prédiction de l’état et la covariance. Pour simplifier, on note
x2 = xxT .

bxk|k−1 =
h2 − nx − nv

h2
f

`

bxk−1|k−1, v̄,uk−1

´

(C.64)

+
1

2h2

nx
X

i=1

ˆ

f
`

bxk−1|k−1 + hs
x
i,k−1|k−1, v̄,uk−1

´

+ f
`

bxk−1|k−1 − hs
x
i,k−1|k−1, v̄,uk−1

´˜

+
1

2h2

nv
X

i=1

ˆ

f
`

bxk−1|k−1, v̄ + hs
v
i,k−1|k−1,uk−1

´

+ f
`

bxk−1|k−1, v̄ − hs
v
i,k−1|k−1,uk−1

´˜



Pk|k−1 =
1

4h2

nx
X

i=1

ˆ

f
`

bxk−1|k−1 + hs
x
i,k−1|k−1, v̄,uk−1

´

− f
`

bxk−1|k−1 − hs
x
i,k−1|k−1, v̄,uk−1

´˜2

+
1

2h2

nv
X

i=1

ˆ

f
`

bxk−1|k−1, v̄ + hs
v
i,k−1|k−1,uk−1

´

− f
`

bxk−1|k−1, v̄ − hs
v
i,k−1|k−1,uk−1

´˜2

+
h2 − 1

4h4

nx
X

i=1

ˆ

f
`

bxk−1|k−1 + hs
x
i,k−1|k−1, v̄,uk−1

´

+ f
`

bxk−1|k−1 − hs
x
i,k−1|k−1, v̄,uk−1

´

−2f
`

bxk−1|k−1, v̄,uk−1

´˜2

+
h2 − 1

4h4

nv
X

i=1

ˆ

f
`

bxk−1|k−1, v̄ + hs
v
i,k−1|k−1,uk−1

´

+ f
`

bxk−1|k−1, v̄ − hs
v
i,k−1|k−1,uk−1

´

−2f
`

bxk−1|k−1, v̄,uk−1

´˜2
(C.65)

Si l’on connâıt les statistiques du bruit d’observation, on peut faire de même avec la prédiction
de l’observation et la prédiction des matrices de covariance Pyy,k|k−1 et Pxy,k|k−1,

byk|k−1 =
h2 − nx − nn

h2
h

`

bxk|k−1, n̄,uk

´

(C.66)

+
1

2h2

nx
X

i=1

ˆ

h
`

bxk|k−1 + hs
x
i,k|k−1, n̄,uk

´

+ h
`

bxk|k−1 − hs
x
i,k|k−1, n̄,uk

´˜

+
1

2h2

nn
X

i=1

ˆ

h
`

bxk|k−1, n̄ + hs
n
i,k|k−1,uk

´

+ h
`

bxk|k−1, n̄ − hs
n
i,k|k−1,uk

´˜

Pyy,k|k−1 =
1

4h2

nx
X

i=1

ˆ

h
`

bxk|k−1 + hs
x
i,k|k−1, n̄,uk

´

− h
`

bxk|k−1 − hs
x
i,k|k−1, n̄,uk

´˜2

+
1

2h2

nn
X

i=1

ˆ

h
`

bxk−|k−1, n̄ + hs
n
i,k|k−1,uk

´

− h
`

bxk|k−1, n̄ − hs
n
i,k|k−1,uk

´˜2

+
h2 − 1

4h4

nx
X

i=1

ˆ

h
`

bxk|k−1 + hs
x
i,k|k−1, n̄,uk

´

+ h
`

bxk|k−1 − hs
x
i,k|k−1, n̄,uk

´

−2h
`

bxk|k−1, n̄,uk

´˜2

+
h2 − 1

4h4

nn
X

i=1

ˆ

h
`

bxk|k−1, n̄ + hs
n
i,k|k−1,uk

´

+ h
`

bxk|k−1, n̄ − hs
n
i,k|k−1,uk

´

−2h
`

bxk|k−1, n̄,uk

´˜2
(C.67)

Pxy,k|k−1 =
1

2h

nx
X

i=1

s
x
i,k|k−1

ˆ

h
`

bxk|k−1 + hs
x
i,k|k−1, n̄,uk

´

− h
`

bxk|k−1 − hs
x
i,k|k−1, n̄,uk

´˜T
(C.68)

avec ces approximations, on obtient directement le CDKF si l’on utilise les formules de
Kalman suivantes

x̂k|k = x̂k|k−1 + Kk

(
yk − ŷk|k−1

)
(C.69)

Pk|k = Pk|k−1 − KkPyy,k|k−1K
T
k (C.70)

Kk = Pxy,k|k−1P
−1
yy,k|k−1 (C.71)

Dans tous les cas, l’intervalle d’interpolation vérifie h ≥ 1. Dans le cas Gaussien, la valeur
optimale est h =

√
3. Mais cette formulation, est apparemment très différente de celle que l’on

a obtenu pour l’UKF.



On peut définir l’ensemble d’échantillons déterministes et leurs poids associés,

X0 = x̄ i = 0 w
(m)
0 =

h2 − nx

h2

Xi = x̄ +
h

h
√

Px

i

i
i = 1, . . . , nx w

(m)
i =

1

2h
i = 1, . . . , 2nx

Xi = x̄ −
h

h
√

Px

i

i
i = nx + 1, . . . , 2nx w

(c1)
i =

1

4h2
i = 1, . . . , 2nx

w
(c2)
i =

h2 − 1

4h4
i = 1, . . . , 2nx (C.72)

Comme dans le cas de la transformation SUT, on peut propager chaque sigma-point au
travers de la fonction non-linéaire pour générer l’ensemble des points suivants

Yi = hNL (Xi) i = 0, . . . , 2nx (C.73)

On peut réécrire l’estimation des statistiques de la variable aléatoire transformée, y, de la manière
suivante

ȳ ≈
2nx∑

i=0

w
(m)
i Yi (C.74)

Py ≈
nx∑

i=0

w
(c1)
i [Yi − Yi+nx ] [Yi − Yi+nx ]T

+

nx∑

i=0

w
(c2)
i [Yi + Yi+nx − 2Y0] [Yi + Yi+nx − 2Y0]

T (C.75)

Pxy ≈
nx∑

i=0

w
(m)
i [Xi − x̄] [Yi − Yi+nx ]T (C.76)

On note que cette formulation ressemble beaucoup plus à celle de la SUT. Si l’on compare
les deux approches, on voit que l’on a seulement une différence dans la façon de calculer la
matrice de covariance. La SUT utilise une formulation indirecte (on utilise la valeur estimée
de la moyenne pour calculer la covariance), et la formule d’interpolation de Stirling utilise une
formulation directe (la covariance est une fonction directe des points transformés) [Merw 04].



Annexe D

Algorithmes déterministes

Algorithm 7 Génération des points et poids pour la méthode de quadrature de Gauss–Hermite
multidimensionnelle

1: On fixe le nombre de points par dimension, α, et L = αdim(x)

2: Construire la matrice Ji,i+1 =
√

i
2 , où i = 1, ..., (α− 1)

3: Calculer les valeurs propres, λi, de la matrice J
4: Fixer ξi =

√
2λi

5: Fixer wi = [νi]
2
1, où [νi]1 est le premier élement, de l’i–ème vecteur propre normalisé de J.

6: if dim(x) > 1 then
7: Fixer ζ1,: = ξi et ̟1,: = wi
8: for m = 2 to dim(x) do
9: Fixer Ξ1:m−1,: = ζ ⊗ 11×α

10: Fixer Ξm,: = 11×α ⊗ ζm−1,:

11: Fixer Ω1:m−1,: = ̟ ⊗ 11×α
12: Fixer Ωm,: = 11×α ⊗ ̟m−1,:

13: Fixer ζ = Ξ et ̟ = Ω
14: end for
15: ξi = Ξ:,i, pour i = 1, ..., L

16: wi =
∏dim(x)
l=1 Ωl,i

17: end if

Algorithm 8 Génération des points et poids pour la régle de cubature sphérico–radiale de
troisième ordre
1: Fixer M = dim(x) et L = 2M .

2: Calculer les points de cubature selon ξi =
√
M
[
IM×M −IM×M

]

i
, où [·]i=1,...,L indique la

i–ème colonne.
3: Calculer les poids de cubature selon ωi = 1

2M , i = 1, ..., L.
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Algorithm 9 Unscented Kalman Filter (UKF)

Require: Les observations y, les entrées u, l’état initial x0, la covariance de l’état initial P0, et les
statistiques des bruit d’état et d’observation, Q et R.

1: Fixer x̂0|0 = x0 et P0|0 = P0

2: Calculer les poids wi avec eq.(2.47).

Estimation :

3: for k = 1 to ∞ do

4: Prédiction

5: Calcul des échantillons Xk−1|k−1, avec eq.(2.47),

Xk−1|k−1 =

»

`

bxk−1|k−1

´T
“

bxk−1|k−1 + γ
q

Pk−1|k−1

”T “

bxk−1|k−1 − γ
q

Pk−1|k−1

”T
–T

(D.1)

6: Évaluation des échantillons propagés :

X̃i,k|k−1 = f
`

Xi,k−1|k−1,uk−1

´

i = 0, . . . , 2nx (D.2)

7: Estimation de la prédiction de l’état et la covariance de l’erreur de prédiction associée :

bxk|k−1 =

2nx
X

i=0

w
(m)
i X̃i,k|k−1 (D.3)

Pk|k−1 =

2nx
X

i=0

w
(c)
i

“

X̃i,k|k−1 − bxk|k−1

” “

X̃i,k|k−1 − bxk|k−1

”T

+ Q (D.4)

8: Correction

9: Évaluation des échantillons pour la correction et propagation :

Xk|k−1 =

»

`

bxk|k−1

´T
“

bxk|k−1 + γ
q

Pk|k−1

”T “

bxk|k−1 − γ
q

Pk|k−1

”T
–T

(D.5)

Ỹi,k|k−1 = h
“

X̃i,k|k−1,uk

”

i = 0, . . . , 2nx (D.6)

10: Estimation de la prédiction de l’observation, la covariance de l’erreur de prédiction, et la covariance croisée :

byk|k−1 =

2nx
X

i=0

w
(m)
i Ỹi,k|k−1 (D.7)

Pyy,k|k−1 =

2nx
X

i=0

w
(c)
i

“

Ỹi,k|k−1 − byk|k−1

” “

Ỹi,k|k−1 − byk|k−1

”T

+ R (D.8)

Pxy,k|k−1 =

2nx
X

i=0

w
(c)
i

“

X̃i,k|k−1 − bxk|k−1

” “

Ỹi,k|k−1 − byk|k−1

”T

(D.9)

11: Correction de l’état et la matrice de covariance de l’erreur :

bxk|k = bxk|k−1 + Kk

`

yk − byk|k−1

´

(D.10)

Pk|k = Pk|k−1 − KkPyy,k|k−1K
T
k (D.11)

avec le gain de Kalman Kk = Pxy,k|k−1P
−1
yy,k|k−1.

12: end for



Algorithm 10 Central Difference Kalman Filter (CDKF)

Require: Les observations y, les entrées u, l’état initial x0, la covariance de l’état initial P0, et les
statistiques des bruit d’état et d’observation,v̄, n̄, Q et R.

1: Fixer x̂0|0 = x0 et P0|0 = P0

2: Calculer les poids wi avec eq.(2.81).

Estimation :

3: for k = 1 to ∞ do

4: Prédiction

5: Calcul des échantillons avec eq.(2.81),

Xk−1|k−1 =

»

`

bxk−1|k−1

´T
“

bxk−1|k−1 + h
q

Pk−1|k−1

”T “

bxk−1|k−1 − h
q

Pk−1|k−1

”T
–T

(D.12)

6: Évaluation des échantillons propagés :

X̃i,k|k−1 = f
`

Xi,k−1|k−1,uk−1

´

(D.13)

7: Estimation de la prédiction de l’état et la matrice de covariance de l’erreur de prédiction associée :

bxk|k−1 =

2nx
X

i=0

w
(m)
i X̃i,k|k−1 (D.14)

Pk|k−1 =

nx
X

i=1

»

w
(c1)
i

“

X̃i,k|k−1 − X̃nx+i,k|k−1

”2

+w
(c2)
i

“

X̃i,k|k−1 + X̃nx+i,k|k−1 − 2X̃0,k|k−1

”2
–

+ Q (D.15)

8: Correction

9: Évaluation des échantillons pour la correction et propagation :

Xk|k−1 =

»

`

bxk|k−1

´T
“

bxk|k−1 + h
q

Pk|k−1

”T “

bxk|k−1 − h
q

Pk|k−1

”T
–T

(D.16)

Ỹi,k|k−1 = h
`

Xi,k|k−1,uk

´

i = 0, . . . , 2nx (D.17)

10: Estimation de la prédiction de l’observation, la covariance de l’erreur de prédiction et la covariance croisée :

byk|k−1 =

2nx
X

i=0

w
(m)
i Ỹi,k|k−1 (D.18)

Pyy,k|k−1 =

nx
X

i=1

»

w
(c1)
i

“

Ỹi,k|k−1 − Ỹnx+i,k|k−1

”2

+w
(c2)
i

“

Ỹi,k|k−1 + Ỹnx+i,k|k−1 − 2Ỹ0,k|k−1

”2
–

+ R (D.19)

Pxy,k|k−1 =

q

w
(c1)
1 Pk|k−1

h

Ỹ1:nx,k|k−1 − Ỹnx+1:2nx,k|k−1

iT

(D.20)

11: Correction de l’état et la matrice de covariance de l’erreur :

bxk|k = bxk|k−1 + Kk

`

yk − byk|k−1

´

(D.21)

Pk|k = Pk|k−1 − KkPyy,k|k−1K
T
k (D.22)

avec le gain de Kalman Kk = Pxy,k|k−1P
−1
yy,k|k−1.

12: end for



Algorithm 11 Quadrature/Cubature Kalman Filter (QKF/CKF)

Require: Les observations y, les entrées u, l’état initial x0, la covariance de l’état initial P0, et les
statistiques des bruit d’état et d’observation, Q et R.

1: Fixer x̂0|0 = x0 et P0|0 = P0

2: Calculer un ensemble de points et poids de quadrature, {ξi, wi}, selon l’algorithme 7 ou 8, selon si
l’on implémente le QKF ou le CKF.

Estimation :

3: for k = 1 to ∞ do

4: Prédiction

5: Évaluation des échantillons

Xi,k−1|k−1 =
q

Pk−1|k−1ξi + bxk−1|k−1 i = 1, . . . , m (D.23)

6: Évaluation des échantillons propagés

X̃i,k|k−1 = f
`

Xi,k−1|k−1,uk−1

´

i = 1, . . . , m (D.24)

7: Estimation de la prédiction de l’état et la matrice de covariance de l’erreur de prédiction associée

bxk|k−1 =

m
X

i=1

wiX̃i,k|k−1 (D.25)

Pk|k−1 =

m
X

i=1

wiX̃i,k|k−1X̃ T
i,k|k−1 − bxk|k−1bx

T
k|k−1 + Q (D.26)

8: Correction

9: Evaluation des échantillons pour la correction et propagation

Xi,k|k−1 =
q

Pk|k−1ξi + bxk|k−1 i = 1, . . . , m (D.27)

Ỹi,k|k−1 = f
`

Xi,k|k−1,uk

´

i = 1, . . . , m (D.28)

10: Estimation de la prédiction de l’observation, et matrices de covariance associées

byk|k−1 =

m
X

i=1

wiỸi,k|k−1 (D.29)

Pyy,k|k−1 =

m
X

i=1

wiỸi,k|k−1ỸT
i,k|k−1 − byk|k−1by

T
k|k−1 + R (D.30)

Pxy,k|k−1 =

m
X

i=1

wiXi,k|k−1ỸT
i,k|k−1 − bxk|k−1by

T
k|k−1 (D.31)

11: Correction de l’état et la matrice de covariance de l’erreur :

bxk|k = bxk|k−1 + Kk

`

yk − byk|k−1

´

(D.32)

Pk|k = Pk|k−1 − KkPyy,k|k−1K
T
k (D.33)

avec le gain de Kalman Kk = Pxy,k|k−1P
−1
yy,k|k−1.

12: end for



Annexe E

Preuve du Théorème 2.2 (Borne de
Cramér-Rao)

La preuve du théorème 2.2 est basée sur l’inégalité de Cauchy-Schwarz. Par simplicité, on
n’utilise pas la notation µ∗ pour la valeur effective, mais µ. Étant donné que l’on suppose un
estimateur non-biaisé,

Ey|µ {[µ̂(y) − µ]} =

∫ ∞

−∞
[µ̂(y) − µ]p(y | µ)dy = 0 (E.1)

Si l’on dérive des deux côtés par rapport à µ,
∫

∂

∂µ
{[µ̂(y) − µ]p(y | µ)} dy = 0 (E.2)

−
∫
p(y | µ)dy +

∫
∂p(y | µ)

∂µ
(µ̂(y) − µ)dy = 0 (E.3)

∫
∂p(y | µ)

∂µ
(µ̂(y) − µ)dy = 1 (E.4)

∫
∂ ln p(y | µ)

∂µ
p(y | µ)(µ̂(y) − µ)dy = 1 (E.5)

On peut reécrire la dernière équation comme

∫ [
∂ ln p(y | µ)

∂µ

√
p(y | µ)

] [√
p(y | µ)(µ̂(y) − µ)

]
dy = 1 (E.6)

et utilisant l’inégalité de Cauchy-Schwarz

{∫ [
∂ ln p(y | µ)

∂µ

]2

p(y | µ)dy

}
×
{∫

[µ̂(y) − µ]2 p(y | µ)dy

}
≥ 1 (E.7)

Ey|µ

[(
∂ ln p(y | µ)

∂µ

)2
]
× Ey|µ

[
(µ̂(y) − µ)2

]
≥ 1 (E.8)

Ey|µ
[
(µ̂(y) − µ)2

]
≥
(

Ey|µ

[(
∂ ln p(y | µ)

∂µ

)2
])−1

(E.9)

on obtient l’égalité seulement si
∂ ln p(y|µ)

∂µ = µ̂(y) − µ
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Il nous reste à démontrer que

Ey|µ

[(
∂ ln p(y | µ)

∂µ

)2
]

= −Ey|µ

[(
∂2 ln p(y | µ)

∂µ2

)]
(E.10)

Si l’on dérive l’égalité
∫
p(y|µ)dy = 1 par rapport a µ,

∫
∂p(y | µ)

∂µ
dy =

∫
∂ ln p(y | µ)

∂µ
p(y | µ)dy = 0 (E.11)

et si l’on dérive une deuxième fois par rapport a µ, on a bouclé la démonstration

∫
∂2p(y | µ)

∂µ2
p(y|µ)dy +

∫ (
∂ ln p(y | µ)

∂µ

)2

p(y | µ)dy = 0 (E.12)



Annexe F

Preuve du Théorème 2.3 (Borne de
Cramér-Rao Bayésienne)

La preuve du théorème 2.3 est très similaire à celle de la borne de Cramér-Rao standard. Si
l’on multiplie les deux cotés de l’eq.(2.118) par p(µ), et qu’après on dérive par rapport à µ, on
a

∂

∂µ
p(µ)L(µ) = −

∫
p(y,µ)dy +

∫
∂p(y,µ)

∂µ
[µ̂(y) − µ] dy (F.1)

On intégre l’eq.(F.1) par rapport à µ, et l’on obtient

p(µ)L(µ)|+∞
−∞ = −1 +

∫ ∫
∂p(y,µ)

∂µ
[µ̂(y) − µ] dµdy (F.2)

Le terme à gauche de l’égalité est nul pour les hypothèses. Le reste de la démonstration est
le même que pour le cas standard (voir l’Annexe B).
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Annexe G

An EM algorithm for path delay and
complex gain estimation of a slowly
varying fading channel for CPM
signals

This work has been presented in [Abei 09].

G.1 Introduction

Continuous phase modulation (CPM) is preferred in numerous wireless communications and
mobile applications for its constant envelope property and high spectral efficiency [Auli 81]. Bi-
nary CPM systems, such as minimum-shift keying (MSK) and Gaussian MSK (GMSK), contai-
ning non-circular (or improper) process [Chev 06, Abei 08], have been widely employed in many
applications.

Due to the importance of CPM signals, many frequency and timing synchronization algo-
rithms have been developed for such signals [Meng 97, Auli 82]. These algorithms, typically
categorized in Data-Aided (DA) (see, e.g. [Hube 92]) and Non-Data-Aided (NDA) (see, e.g.
[Riba 00, DAnd 96, More 99]) methods, have been designed under the assumption of additive
white Gaussian noise channel (AWGN). However, few research works address CPM time synchro-
nization over a time-varying channel. We can cite the recent works proposed in [Dabo 04, Pate 91]
for flat-fading channels. A maximum likelihood (ML) approach was employed in [Dabo 04] for
estimating time delay for CPM signals in the special case of MSK signal. However, [Dabo 04,
Pate 91] do not consider the bayesian approach to take into account the prior distribution of the
unknown time-varying complex gains of the channel, which need to be estimated in practice.

Assuming that the time-varying complex gains can be modeled by a first order autoregressive
(AR1) process (e.g. [Badd 05]), the problem of time synchronization over Rayleigh flat-fading
channels can be formulated as a dynamic state-space bayesian system with unknown (hidden)
complex gains. So, we are facing a problem of state estimation in a nonlinear dynamical system
with unknown parameters, which is a problem of practical interest in numerous applications.
In many cases, the parameters of the dynamic model for a real system are not known exactly
and need to be estimated. In reference [Diga 93], an EM algorithm [Demp 77] combined with a
Kalman smoother [Rauc 63] was proposed to compute the ML estimates of the speech recognition
system parameters while also providing the state estimates. Recently, the EM algorithm has been
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applied to a lot of problems for parameter estimation and learning (see e.g. [Khan 07, Chen 01,
Frei 98]).

In order to evaluate the estimator performance, lower bounds on the Mean Square Error
(MSE) are needed. One of the most used is the Cramér-Rao Bound (CRB) [Cram 46]. Depen-
ding on the prior knowledge available on parameters, the CRB has different expressions. Among
which, the Hybrid CRB (HCRB) is considered in the case of hybrid vector that contains determi-
nistic and random parameters (see e.g., [Rock 87, Bay 08a]). We note that the HCRB generalizes
the classical CRB (see e.g., [Cram 46]) and the bayesian CRB (BCRB) [Tree 68]. However, the
true expression of CRB is sometimes difficult to derive analytically. To overcome this difficulty,
other CRB’s have been considered in the literature such as the Modified CRB (MCRB) (see,
e.g., [Meng 97]), which is in general looser (i.e., lower) than the CRB.

In this work, we describe the EM algorithm for jointly estimating path delay and complex
gains over a slow Rayleigh flat-fading channel in the general case of a CPM signal. We first model
the time-varying complex gains with a state space model. Then, we estimate the path delay with
an EM algorithm. Once we have the estimate of the path delay, complex gains estimates are
computed with Kalman smoother. We also derive an analytical closed-form expression of the
modified HCRB (MHCRB) for path delay and complex gains. This bound is used to evaluate
the performance of the proposed EM algorithm.

The chapter is organized as follows. Section G.2 describes the CPM signal model, the AR
model and the state-space representation of the problem. The EM algorithm is presented in
section G.3. The MHCRB is derived in section G.4 and finally some simulations are presented
in section G.5.

G.2 Problem statement and estimation objectives

Following [Auli 81], the complex envelope s(t,a) of a CPM signal can be written as s(t,a) =
eiφ(t,a) where the phase φ(t,a) of s(t,a) is given by

φ(t,a) = 2πh
∑

j∈Z

ajq(t− jT ), (G.1)

where T is the symbol period and a
def
= (. . . , a−2, a−1, a0, a1-, a2, . . .) is the independent iden-

tically distributed (i.i.d.) binary data sequence, with each element taking on values {±1}.
q(t) =

∫ t
0 g(u)du corresponds to the phase pulse shaping function that describes how the under-

lying phase change ±πh evolves with time where g(t), the frequency shaping filter, is positive
and non-zero on the interval [0, LT ], L is the correlation length. The modulation index h de-
termines the rate of change of frequency in the signalling interval. Finally, we note that if
nT ≤ t ≤ (n+ 1)T the phase φ(t,a) given by (G.1) can be written as

φ(t,a) = πh
n−L∑

j=−∞
aj + 2πh

L−1∑

j=0

an−jq(t− (n− j)T ). (G.2)

Transmitting s(t,a) over a frequency-flat, slow fading Ra-yleigh channel results in the follo-
wing received waveform

y(t) = α(t)s(t− τ,a) + b(t), (G.3)

where α(t) is a zero-mean Gaussian complex circular multiplicative gain of variance σ2
α, intro-

duced by the flat fading channel with autocorrelation function Rα(∆t)
def
= σ2

αE(α(t) α∗(t−∆t)),



τ is the fixed unknown path delay, and b(t) is an additive white Gaussian complex circular noise
with bilateral spectral power density N0.

The equivalent discrete-time signal model observed during N signaling intervals, after low-
pass filtering and sampling at rate Ts = T/M is given by

y(kTs) = α(kTs)sk(τ,a) + b(kTs), k = 0, . . . ,MN − 1 (G.4)

where sk(τ,a)
def
= s(kTs− τ,a) = eiφk(τ,a) and φk(τ,a)

def
= φ(kTs− τ,a). Note that, after antialia-

sing filtering (with cut-off frequency M/T ) and sampling, the noise term b(k) is assumed white
with a known variance σ2 = N0

Ts
.

From (G.2), we obtain after some easy manipulations of indices that the phase term φk(τ,a)
can be expressed as

φnM+m(τ,a)
def
= φ((nM +m)Ts − τ,a)

= πh
n−L∑

j=−∞
aj + 2πh

L−1∑

j=0

an−jqj,m(τ), (G.5)

for each n ≥ 0 and for each m such as 0 ≤ m ≤M − 1, the τ -dependent coefficients qj,m(τ) are

defined by qj,m(τ)
def
= q(mTs + jT − τ). The complex gain of the channel α(.) does not change

during symbol period but varies from symbol to symbol because the gain is assumed to be slowly
time-varying. This implies that the coefficients α((nM +m)Ts) for m = 0, . . . ,M − 1, all equal
to the same value denoted by αn. Then the discrete-time version of (G.4) can be written as
follows :

y((nM +m)Ts) = αnsnM+m(τ,a) + b((nM +m)Ts). (G.6)

Collecting the samples of the received signal within one slot to form a vector

yn
def
= (y((nM)Ts), . . . , y((nM +M − 1)Ts))

T

yields the following model
yn = αngn(τ,a) + bn, (G.7)

where gn(τ,a)
def
=
(
eiφnM (τ,a), . . . , eiφnM+M−1(τ,a)

)T
, and bn

def
= (b((nM)Ts), . . . , b((nM +M − 1)Ts))

T

is a M × 1 noise vector with covariance matrix σ2I.
Among various channel models, the information theoretic results in [Wang 96] show that the

first-order AR model provides a sufficiently accurate model for time-selective fading channels
and therefore, will be adapted henceforth. Specifically, αn varies according to

αn = γαn−1 + en (G.8)

where the noise en is zero-mean Gaussian complex circular with a known variance σ2
e and is

statistically independent of αn−1. Using (G.8), simple manipulations lead to

σ2
e = σ2

α(1 − γ2) and γ = E(αnα
∗
n−1) (G.9)

According to Jakes’ model [Jake 74], we have γ = J0(2πfdT ), where J0(.) is the first kind
0th-order Bessel function and fd denotes the maximum Doppler shift.

Having the model for the variation of the channel, and from eq. (G.7), we can obtain the
following state space representation of the problem

{
αn = γαn−1 + en
yn = αngn(τ,a) + bn.

(G.10)



The initial state α0 is assumed to be Gaussian complex circular with a known variance σ2
0. In

general, the objective is to jointly estimate the path delay parameter τ and the state α
def
=

(α1, . . . , αN−1) using the set of received signals y
def
= (yT0 , . . . ,y

T
N−1)

T . In this paper, however,
we will assume, except in section G.4, that the transmit symbol sequence a is known at the

receiver, and in order to simplify notation we use gn(τ)
def
= gn(τ,a).

Note that if τ is known, the state parameters αn can be inferred using a Kalman smoother
[Kalm 60]. We note that, due to the presence of unobserved data α, the maximum likelihood
(ML) method can not be used because the computation of the likelihood function f(y|a; τ) =
E(f(y|α,a; τ)) in a closed-form and its maximization w.r.t. τ seems to be an intractable problem.
In the following section, we describe the Expectation-Maximization (EM) algorithm to find the
ML estimates.

G.3 The EM algorithm

The EM algorithm [Demp 77] is an iterative method to find the ML estimates of parameters
in the presence of unobserved data. The idea behind the algorithm is to augment the observed
data with latent data, which can be either missing data or parameter values. The algorithm can
be broken down into two steps : the E-step and the M-step. We now describe an EM algorithm
for our model. Following the procedure given in [Diga 93, Sec. B], we consider the received data

y as incomplete data, and define the complete data as z
def
= (yT ,αT )T . Since the state is Markov,

the likelihood function of the complete data is given by

P (z|a; τ)=P (α0)
N−1∏

n=1

P (αn|αn−1)
N−1∏

n=0

P (yn|αn,a; τ) (G.11)

Due to the Gaussian noise assumption, we have

ln(P (z; τ)) = C − 1

σ2

N−1∑

n=0

‖yn − αngn(τ)‖2 (G.12)

− 1

σ2
e

N−1∑

n=1

|αn − γαn−1|2 −
1

σ2
0

‖α0‖2,

where C is a constant that only depends on the state noise variances. Each iterative process
p = 0, 1, 2, . . ., in the EM algorithm for estimating τ from y consists of the following two steps :

E-step. Given the measurements y and an estimate of the model parameter from the previous
iteration τ (p), we calculate :

Q(τ, τ (p))
def
= E(lnP (z; τ)|y,a; τ (p)),

where the expectation is taken with respect to α conditioned on y and the latest estimate
of τ , τ (p).

M-step. This step finds τ (p+1), the value of τ that maximizes Q(τ, τ (p)) over all possible values
of τ :

τ (p+1) = argmaxτQ(τ, τ (p))

This procedure is repeated until the sequences τ (0), τ (1), . . . converges.



The E-step uses a Kalman smoother to estimate the state αn for which the function Q can
be expressed as (see Appendix A) :

Q(τ, τ (p)) = − 1

σ2

N∑

n=1

(
Tr
(
S

(p)
n|Ngn(τ)g

H
n (τ) (G.13)

+
(
yn − α̂

(p)
n|Ngn(τ)

)(
yn − α̂

(p)
n|Ngn(τ)

)H))

where α̂
(p)
n|N

def
= E(αn|y,a; τ (p)) and S

(p)
n|N

def
= E((αn − α̂

(p)
n|N ) (αn − α̂

(p)
n|N )H |y,a; τ (p)) can be

computed for all n = 0, . . . , N − 1 from the fixed interval Kalman smoother [Diga 93, Rauc 63],
using the parameter estimates obtained at iteration p. The smoother consists of a Backward
pass that follows the standard Kalman filter Forward recursions given as :
Forward recursion :

α̂
(p)
n+1|n = γα̂(p)

n

S
(p)
n+1|n = γ2S(p)

n + σ2
e

Kn+1 = S
(p)
n+1|ng

H
n (τ (p))(σ2I + S

(p)
n+1|ngn(τ

(p))gHn (τ (p)))

α̂
(p)
n+1 = α̂

(p)
n+1|n +Kn+1(yn − gn(τ

(p))α̂
(p)
n+1|n)

S
(p)
n+1 = S

(p)
n+1|n − S

(p)
n+1|nKn+1gn(τ

(p)) (G.14)

Backward recursion :

Jn−1 = γS
(p)
n−1S

(p)−1
n|n−1 (G.15)

α̂
(p)
n−1|N = α̂

(p)
n−1Jn−1(α̂

(p)
n|N − γα̂

(p)
n−1)

S
(p)
n−1|N = S

(p)
n−1 + Jn−1(S

(p)
n|N − S

(p)
n|n−1)J

∗
n−1

S
(p)
n,n−1|N = S(p)

n JHn−1 + Jn(S
(p)
n+1,n|N − γS(p)

n )J∗
n−1

Remark 1. We note that the steps of the EM algorithm can be extended in the case where the
parameters (σ2, σ2

e , σ
2
0, γ) are assumed unknown. By adapting the same steps of the approach

proposed in [Khan 07], the estimates of these parameters can be obtained in E-step by maximizing
the function Q given by (G.18).

G.4 Hybrid Cramér Rao bound

The CRB is an important criterion to evaluate how good any unbiased estimator can be
since it provides the MSE bound among all unbiased estimators. In this section we assume that
the symbol {an} are i.i.d. and equiprobable with each element taking on values {±1}. Since
the parameters of interest are the deterministic parameter τ and the random parameter state
α, we have derived an analytical expression of the MHCRB using well known properties of the
gaussian distribution and Markov state evolution of AR parameters. In Section G.5, we will
show the performance of the proposed EM algorithm and compare it to the MHCRB.

Result 1. The state and delay parameters are decoupled in the modified hybrid Fisher informa-
tion matrix (MHFIM) in the case of CPM signals as follows :

I =

(
I(τ,τ) 0

0 I(α,α) + B

)



where I(τ,τ) = 8π2h2Nρξ(τ), I(α,α) = M
σ2 I and the matrix B has the following non-zeros elements

B(1, 1) = 1+γ2

σ2
e

− Eα0

(
∂2 lnP (α0)
∂α0∂α∗

0

)
, B(k, k) = 1+γ2

σ2
e

and B(k, k − 1) = B(k − 1, k) = − γ
σ2

e
, for

k = 2, . . . , N , and where ρ
def
= σ2

α

σ2 is the SNR and ξ(τ)
def
=
∑M−1

m=0

∑L−1
j=0 g

2(mTe + jT − τ).
Consequently

MHCRB(τ) =
1

8π2h2Nξ(τ)

1

ρ
(G.16)

MHCRB(α) =

(
M

σ2
+ B

)−1

(G.17)

We assume a classical non-informative prior on α0 (see, e.g., [Tich 98]). As a consequence,

Eα0

(
∂2 lnP (α0)
∂α0∂α∗

0

)
= 0. We remark that the MHCRB(τ) is inversely proportional to ρ and depends

on the modulation index h, the shaping filter g and the correlation length. (G.16) remains valid
for all CPM signal. This expression also is similar to the MCRB derived in [Meng 97, rel. (2.4.54)].
Finally, we remark that the MHCRB(α) does not depend on the parameter τ .

G.5 Simulation results

In this section, we present numerical examples to illustrate the performance of the proposed
algorithm to estimate jointly the path delay and complex gains in the special case of binary
GMSK signal with a bandwidth-bit time product BT = 0.3, a modulation index h = 1

2 and a
4T -wide approximation of the Gaussian shaping filter, i.e. L = 4 (see e.g. [Meng 97, rel. (4.2.8)]).
These parameters are those of GSM systems. The channel is simulated according to the Jakes
model [Jake 74, Badd 05] with doppler-time product of fdT = 0.000738, corresponding to a
carrier frequency of 1.8 GHz, a mobile speed of 120 km/h, and a transmission rate of 270 kb/s.
First order AR process, with a known coefficient γ = 0.99999 (which corresponds to a slow
fading channel) is chosen to model the time variation of the complex gains of the channel. The
symbols {an} are assumed known at the receiver, the number N of signaling intervals is set to
N = 200, the oversampling ratio is equal to M = 8, and a fixed value (τ = 0.4) is used as
the normalized unknown delay τ/T . In the simulations, each value of the MSE is obtained by
averaging over 1000 independent runs.

The initial estimate of the unknown parameter τ is given by the correlation method or chosen
in the vicinity of 0.4T , and the channel is initialized to the known state α0 assumed to be a trial
of a complex Gaussian random variable with a known variance σ2

0 = 1.
Fig. G.1 shows one realization of the recursive estimates of the normalized path delay obtai-

ned with the EM algorithm versus the number of iterations for a SNR of 30 dB. This figure shows
the estimated normalized path delay parameter converges to the true value fairly quickly in the
case of slow flat-fading channel. We note that the EM algorithm still gives a valid estimate of τ
when fdT > 0.001 ; however, in this case, the EM algorithm converges after about 30 iterations
as shown in this figure with fdT = 0.02.

Fig. G.2 compares the MHCRB(τ) normalized to T 2 (given by (G.16)) to the MSE of the
normalized path delay (i.e. E(τ̂ − τ)2/T 2) given by the EM algorithm initialized by the estimate
given by the correlation method (see, e.g. [Knap 76]), and the correlation method, as a function of
the SNR. For comparison purpose, we have computed the MSE associated to the ML method with
a perfect knowledge of the complex gains. As seen from the shown simulation results, performance
of the EM algorithm is very close to the ML method in the case of perfect knowledge of the
complex gains. We observe also that the EM algorithm significantly outperforms the correlation
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Fig. G.1 – An EM trajectory for two values of fdT with SNR = 30 dB
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method based on the maximum of the delay-Doppler ambiguity function. On the other hand, the
performance of the EM algorithm is close to the MHCRB contrarily to those of the correlation
method. Fig. G.3 compares the MSE for the complex gains E(‖α̂ − α‖2) given by the EM
algorithm, the Kalman smoother with a perfect knowledge of the delay path to the MHCRB(α)
given by (G.17), as a function of SNR. We see that the performance of the EM algorithm and
the Kalman smoother are very close, and the associated estimates reach the MHCRB when the
SNR increases. At low SNR, We recall that the Modified CRB is, in general, looser than the
true CRB.

Fig G.4 compares the normalized MSE E(τ̂ − τ)2/T 2 given by the EM algorithm and the
correlation method (see, e.g. [Knap 76]), as a function of fdT with SNR = 30 dB. We observe
from this figure that as fdT increases, the MSE of the delay given by the EM algorithm remains
almost constant contrarily to the MSE given by the correlation method which increases when
fdT increases.

G.6 Conclusion

We have presented an EM algorithm for joint path delay and time-varying complex gains
estimation for CPM signals over a time-selective slowly varying flat Rayleigh fading channel. We
have modeled the flat fading channel as a first order autoregressive process. The EM algorithm
has been combined with Kalman smoother to yield time-varying complex gains estimation and
ML estimate of the path delay. The proposed algorithm was reduced to a single-parameter search
over the path delay only. We have also derived a closed-form expression of the MHCRB for path
delay and time-varying complex gains parameters. The performance of the proposed algorithm
have been evaluated in terms of the MSE and the MHCRB. Finally, the simulation results have
shown that the proposed algorithm provides better estimation of the delay and complex gains
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parameters compared to the conventional correlation method. Moreover, the performance of the
proposed algorithm in term of delay estimation is very close to the performance of the ML
method in the case of perfect knowledge of complex gains.

G.7 Appendix : Proof of rel. (13)

Taking the expectation with respect to α conditioned on y, given the current parameter
estimate τ (p), we obtain from (G.12) the expectation of the log-likelihood function of the complete
data which can be expressed as

Q(τ, τ (p)) = E(ln(P (z; τ)|y,a; τ (p)) (G.18)
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def
= E(αn| y,a; τ (p)). We remark that the terms given by (G.20), (G.19) and the



variance-dependent constant C do not depend on τ , then these terms can be removed from
(G.18).
Since

S
(p)
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By deducing the value of P̂
(p)
n|N from the relation (G.21) and replacing it into (G.18), we

obtain (G.13).



Annexe H

Bayesian nonlinear filtering using
quadrature and cubature rules
applied to sensor data fusion for
positioning

This work has been presented in [Fern 10b], where we presented the nonlinear Bayesian esti-
mation problem, and we summarized the recently-developed methods : the Quadrature Kalman
Filter (QKF) [Aras 07] and the Cubature Kalman Filter (CKF) [Aras 09] (see chapter 2). We
proposed a motion model, following a new approach, which includes the biases introduced by
the Inertial Measurement Unit, into the state. We considerd two different measurement models
and we combined them into a nonlinear Bayesian filter. This approach can be useful when ha-
ving different types of sensors for the same application. These methods, from the best of our
knowledge, has never been used for data fusion for positioning.

See chapter 2 for an introduction to Bayesian filtering, Gaussian nonlinear filtering and
quadrature/cubature methods.

H.1 Motion models

The choosing of a motion model will depend on the targeted application, the availability of
different technologies and the computational capability. In this paper, we propose a new motion
model, inspired in the one presented in [Gods 07], based on an intrinsic coordinate system (i.e.,
the heading angle and the distance moved along the path), and focused on the thrusts applied
when turning a vehicle. In an intrinsic coordinate system, applied forces can be represented
relative to the heading of the object, rather than relative to the more standard Cartesian or
polar fixed coordinate frame. Distance traveled along the path of motion is denoted s, while
angle of the path relative to horizontal is denoted ψ. We assume that a piecewise constant
thrust, relative to the direction of heading, is applied between any two times τk and τk+1, with
tangential component FT and perpendicular component FP . We also assume a damping term
λdsdt , applied in the opposite direction to the heading. Thus :

FT = λ
ds

dt
+m

d2s

dt2
, FP = m

ds

dt

dψ

dt
(H.1)

where m is the mass of the object and λ the coefficient of resistance. Accelerations tangential
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to and perpendicular to the motion are then given by standard dynamics of a point mass :

aT (t) =
d2s

dt2
, aP (t) =

ds

dt

dψ

dt
=

1

R

(
ds

dt

)2

(H.2)

where R is the instantaneous radius of curvature of the path.
The tangential equation is readily integrated from time τk to τk+1 to give the speed v(t)

along the path at time t = τk + T :

v(τk + T ) = vk+1 =
1

λ

(
FTk

− (FTk
− λv(τk)) e

−Tλ
m

)
(H.3)

Using (H.3), the perpendicular equation can be integrated from τk to τk + T , obtaining

ψ(τk + T ) = ψk+1 = ψk +
FPk

FTk

(
λT

m
− log

∣∣∣∣
v(τk)

v(τk + T )

∣∣∣∣

)
(H.4)

The Cartesian position can be computed by an Euler approximation on a fine time grid, so the
changes in x and y coordinates over a time interval T can be expressed as

xk+1 ≈ xk + vk+1T cos(ψk) (H.5)

yk+1 ≈ xk + vk+1T sin(ψk) (H.6)

Inertial Measurement Units (IMUs) are known to deliver biased estimations, and these biases
are an underlying source of error. We propose to include those biases in the model :

ãTk
= aTk

+ δaTk
, ãPk

= aPk
+ δaPk

, ψ̃k = ψk + δψk (H.7)

The state space is then defined as

xk =
[
xk yk vk δaTk

δaPk
δψk

]T
(H.8)

and the input signal

uk =
[
ãTk

ãPk
ψ̃k
]T
, (H.9)

and thus the state transition xk = f(xk−1,uk−1) is completely defined by equations (H.1)-(H.6),
plus the assumptions δaTk

= δaTk−1
, δaPk

= δaPk−1
, and δψk = δψk−1.

An advantage of this model is that we can interpolate position, speed, and angle at any time
between τk and τk+1, by substituting T by ∆τ in the above equations (where 0 < ∆τ < T ),
thus easing time alignment between inertial measurements and other measurements coming from
wireless systems.

The reason for including the path angle bias δψk and the acceleration biases δaTk
and δaTk

in the state vector, and the measured angle ψk and accelerations aTk
and aPk

in the input signal
is due to the well-known behavior of the gyroscopes and accelerometers of an IMU, and the
high impact of such biases in dead reckoning methods used for position computation. Inertial
measurement units are typically biased, and thus this effect is included in the model.

H.2 Measurement model

We assume a receiver equipped with a set of wireless system interfaces. Measurements taken
from these systems (mainly time delay or received power strength) are nonlinearly related to
the device position.



If we use technologies in which the natural measurement is time delay, it can be converted to
range multiplying by the speed of light c, but taking into account the desynchronization between
emitter and receiver (time stamp of measures has been omitted for clarity) :

y = c (tRx − tTx)︸ ︷︷ ︸
d

+c(∆tRx − ∆tTx) + e (H.10)

where d =

r

`

rT x x
− rRx x

´2 +
“

rT x y
− rRx y

”2
+

`

rT x z
− rRx z

´2 is the geometric distance, ∆t refers to
the device’s clock bias with respect to an agreed time framework, and e is a random variable
modeling noise.

In case of technologies in which we can easily have access to the received signal strength, we
will assume an stochastic model for the strength loss :

y = PTx − P̄L(d0) − 10n log10

(
d

d0

)
+ ǫ, (H.11)

where PTx is the transmitted power, d0 is the reference distance, P̄L(d0) is the mean loss at d0,
n is the slope of the loss (depending on the scenario) and ǫ is a random variable modeling noise.

H.3 Computer simulations

In order to provide illustrative numerical results, we have particularized the system model
to the following network deployment. Let us assume a 2D field R, a square centered at (0, 0)
with sides of 500 m length, where we have a total number of Np = 20 beacons of a power–based
ranging technology (with the measurement function of equation (H.11)) and Nt = 5 beacons
of time–based ranging (equation (H.10)), all with known positions and a coverage of 30 m. We
have assumed a random, uniformly distributed beacon deployment over R. The chosen values
for the simulations have been PTx = 0 dBm, d0 = 1 m, P̄L(d0) = 30 dB, n = 3 (a typical
value for urban area cellular radio) and ǫ is a random variable with a log–normal distribution
with zero mean and σǫ = 3 dBm. The noise e is Gaussian with zero mean and σe = 1 m. We
have simulated FTk

∼ N (µT +m · δaTk
, σ2

T ) and FPk
∼ N (m · δaPk

, σ2
P ). The parameters of the

motion model and the IMU are m = 500 kg, λ = 0.3, µT = 200 N, σT = 5000 N, σP = 3000 N,
and T = 1 s. Results are averaged over 500 independent computer simulations, each one with
a different network deployment and target trajectory. Both filters have been initialized with
x̂0 = [0 0 2 0.5 0.5 0.1]T , Σx,0 = diag ([10 10 5 1 1 0.1]), Σv,0 = diag ([1 1 1 0.1 0.1 0.1]), and
Σn,0 = diag

([
σǫINp×Np σeINt×Nt

])
.

We compare the results with a Particle Filter (PF) using a residual resampling step [Douc 01].
We note that we are using L = 2dim(x) = 12 deterministic samples for the SCKF, and L =

3dim(x) = 729 deterministic samples for the SQKF, which considers 3 samples per dimension.
To have a coherent comparison, we consider two PFs, using 12 and 729 particles, respectively.
In figure H.1, we plot a trajectory example in R, and the estimated trajectories using both
methods. We can see that using both Sigma-point methods, and the PF with 729 particles, we
obtain a correct estimation of the trajectory. Using the PF with 12 particles, we obtain a worse
estimation, because the PF needs more particles to obtain good results. In figure H.2, we plot
the RMSE of the estimation of the position. We can see that the deterministic methods obtain
better results than the PF. If we have no computational constraints, we will prefer the SQKF,
otherwise, the SCKF will be the choice for real-time applications.
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H.4 Conclusions

This work has presented the applicability of Gaussian nonlinear filters to the data fusion of
heterogeneous sensors for positioning. We have proposed a state-space approach, which includes
the biases introduced by the into the state, to compensate measurement errors. Our numerical
results indicate that the square–root versions of both, the Gauss–Hermite quadrature Kalman
filter and the third–degree spherical–radial cubature Kalman filter, achieve good performance
in scenarios where the square–root Unscented Kalman filter fails, while maintaining numerical
stability. We have also compared the results with a SMC method, which give poorer performances
while being computationally heavier. The quadrature filter attains a lower estimation error, while
the cubature filter requires much less computational load, being the algorithm of choice for real–
time implementations.





Annexe I

Nonlinear filtering for ultra-tight
GNSS/INS integration

This work has been presented in [Fern 10a], see chapter 2 for an introduction to nonlinear
Bayesian filtering and quadrature/cubature methods.

I.1 Introduction

Accuracy and availability are the main objectives of a navigation system. Since Global Navi-
gation Satellite Systems (GNSS) performance is not sufficient for all applications in geodesy and
navigation, it is common to hybridize them with Inertial Navigation Systems (INS), in order to
combine the only short-time stability of an inertial sensor and the long-time stability but noise
behavior of a GNSS receiver, taking advantage of their complementary nature.

In most GNSS/INS integrations the position and velocity estimates of a GNSS receiver are
used as observations in a navigation filter for the estimation of INS errors, making possible a
reduction of GNSS-noise, bridging of GNSS outages, and even GNSS measurements are also
usable when fewer than four satellites are tracked. This combination, known as loosely coupled
integration, provides good performance combined with simplicity of integration. The mathema-
tical problem posed by this integration can be cast into a nonlinear filter, that traditionally has
been solved by means of the Extended Kalman Filter (EKF).

In case of high dynamic applications or in jamming environments, information about the re-
ceiver dynamics measured by the inertial sensor can be used to enhance the pseudorange/Doppler
estimations of the GNSS receiver. This principle is known as tightly coupled integration, and it
poses a nonlinear problem. Examples of this approach can be found in [Yi 06, Reza 07, Li 08],
making use of the UKF, Sigma–Point Kalman Filter (SPKF), and Particle Filtering (PF) me-
thods. In [Bern 09], the approach is cast into a convex, linearly constrained least–squares problem
and solved via dual decomposition.

An extension of this concept is the ultra–tightly coupled integration. In this case the inte-
grating navigation filter is implemented as one element of the receiver tracking loop. An optimal
controlling value for the numerical oscillator can be computed by using inertial information in
combination with the in–phase (I) and quadrature (Q) signals at the receiver. Examples of this
approach can be found in [Peto 06, Bern 08, Babu 09], where the errors in position and velo-
city between the measured and estimated values act as a link between I & Q samples and INS
measurements, and lead to slight modifications of the tracking loops.

This paper proposes a new approach to ultra–tight GNSS/INS integration by deriving the
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evolution of the synchronization parameters from the INS measurements, considering the even-
tual biased behavior of the latter, and taking advantage of the numerical efficiency of the Square–
root Cubature Kalman Filter (SCKF), a nonlinear Gaussian filter recently developed [Aras 09],
that could substitute the structure of conventional tracking loops.

I.2 System model

I.2.1 GNSS model

Considering the signals coming from Ms satellites in a multipath channel, the received signal
is

r(t) =

Ms−1∑

i=0

M(i)−1∑

m=0

αm,i(t)ℜ
{
ej(2πfc(t−τm,i(t))+φm,i)

× sT,i(t− τm,i(t))

}
+ w(t) (I.1)

where ℜ{·} denotes the real part of the complex–valued quantity in the brackets, M(i) is the
number of propagation paths from the ith satellite to the receiver, fc is the carrier frequency,
{αm,i(t), τm,i(t), φm,i} are the amplitude, delay and carrier phase of the ith satellite in the mth

path, w(t) is additive white Gaussian noise, and sT,i(t) is the Direct–Sequence Spread–Spectrum
(DS-SS) baseband signal transmitted by the ith satellite. In order to compute the position,
the receiver should estimate the pseudoranges (directly related to time delay of the line–of–
sight (LOS) paths, τ0,i(t)) and pseudorange rate (related to the evolution of the carrier phase).
Considering the orthogonality between spreading codes, and the usual parallel architecture of a
GNSS receiver, we will simplify the signal model to

r(t) = α0(t)ℜ
{
ej(2πfc(t−τ0(t))+φ0)sT (t− τ0(t))

}
+ n(t) (I.2)

where the subindex 0 denotes the direct path, and n(t) gathers all the unwanted signals (mul-
tiuser interference, multipath and termal noise) in a term which is considered Gaussian but not
white, thus admitting a degree of correlation of the unwanted terms with the desired signal.

When this signal impinges the antenna, it passes through a Low Noise Amplifier (LNA) and
a downconversion stage to an intermediate frequency. This can be modeled as

y(t) = ℜ
{

(r(t) ∗ hLNA(t)) e−j(2πfLOt+φLO)
}

(I.3)

where ∗ stands for the convolution operator, hLNA(t) is the impulse response for the RF front–
end filter, fLO is the frequency of the local oscillator and φLO is its carrier phase. Defining
fIF = fc − fLO, ψ0 = φ0 − φLO, sR(t) as the filtered version of sT (t), a0(t) as the signal
amplitude, and η(t) as the filtered and down–converted noise term n(t), we can write

y(t) = a0(t)ℜ
{
sR (t− τ0(t)) e

j(2πfIF t−2πfcτ0(t)+ψ0)
}

+ η(t) (I.4)

Sampling this signal at tk = kTs, we obtain the discrete version of the received signal

yk = a0,kℜ
{
sR(tk − τ0,k)e

j(2πfIF tk−2πfcτ0,k+ψ0)
}

+ ηk (I.5)

where the subindex k refers to tk instants.



Defining p(s) and p(u) as the position vector of the satellite and the user receiver, respectively,
and neglecting atmospheric effects, the delay can be written as

τ0(t) =
1

c

∥∥∥p(s)(tTx) − p(u)(t)
∥∥∥ = t− tTx (I.6)

being c the speed of light, tTx is the transmission instant, and ‖·‖ stands for the Euclidean norm.
Approximating (I.6) by its second–order Taylor expansion around an arbitrary point t0 we get

∥∥∥p(s)(tTx) − p(u)(t)
∥∥∥ ≈

∥∥∥p(s)(t0 − τ0(t0)) − p(u)(t0)
∥∥∥+

+
d

dt

∥∥∥p(s)(t0 − τ0(t0)) − p(u)(t0)
∥∥∥ (t− t0) +

+
1

2

d2

dt2

∥∥∥p(s)(t0 − τ0(t0)) − p(u)(t0)
∥∥∥ (t− t0)

2 (I.7)

Substituting equations (I.7) and (I.6) into equation (I.5) yields

yk = a0,kℜ
{
sR(tk − τ0,k)e

j(2πf̃ktk+ψ̃k)
}

+ ηk (I.8)

where we have made use of the following definitions :

f̃k =fIF − fc
c
vr (I.9)

ψ̃k = − 2πfc
c

(∥∥∥p(s)(t0 − τ0(t0)) − p(u)(t0)
∥∥∥+

− vrt0 + ar(tk − t0)
2

)
+ ψ0 (I.10)

vr =
d

dt

∥∥∥p(s)(t− τ0(t)) − p(u)(t)
∥∥∥
t=t0

(I.11)

ar =
1

2

d2

dt2

∥∥∥p(s)(t− τ0(t)) − p(u)(t)
∥∥∥
t=t0

(I.12)

Terms vr and ar are usually referred to as radial velocity and radial acceleration, respectively,
while the term fd = fc

c vr is commonly known as the Doppler shift.

I.2.2 INS model

Inertial measurement units (IMUs) typically contain three orthogonal rate-gyroscopes and
three orthogonal accelerometers, measuring angular velocity and linear acceleration respecti-
vely. Let us assume a strapdown INS system in with the inertial sensors are mounted ri-
gidly onto the receiver device, and therefore outputs quantities measured in a body frame.
A typical strapdown navigation algorithm works as follows : the rate–gyroscope measurements

ωb(t) =
[
ωbx(t) ωby(t) ωbz(t)

]T
(that is, the angular velocity) are integrated to obtain the orien-

tation of the tracked device. Rate–gyroscopes are known to suffer from bias, that is, the average
output (usually given in o/h) from the gyroscope when it is not undergoing any rotation is not
zero. A constant bias error, when integrated, causes an angular error which grows linearly with
time. This effect can be modeled by a bias term, in the form

ω̌b(t) = ωb(t) − δωb(t), (I.13)

where δωb(t) =
[
δωbx(t) δωby(t) δωbz(t)

]T
.



Since those measurements are given with respect to a body frame and we need them expressed
in a global frame, a rotation matrix Cg

b such that ω̌g(t) = Cg
b ω̌b(t) must be tracked through time.

The rate of change of Cg
b at time t is given by d

dtC
g
b(t). Using the small angle approximation, it

comes out that the orientation algorithm must solve the differential equation

d

dt
Cg
b(t) = Cg

b(t)Ω(t) (I.14)

where Ω(t) is the skew–symmetric form of the angular vector ω̌b(t) :

Ω(t) =




0 −ω̌bz(t) ω̌by(t)

ω̌bz(t) 0 −ω̌bx(t)
−ω̌by(t) ω̌bx(t) 0



 (I.15)

Taking into account that IMUs provide samples of the angular velocity at a constant rate of
period Ti, equation (I.14) can be solved as

Cg
b(t+ Ti) = Cg

b(t)e
R t+Ti

t Ω(t)dt (I.16)

Solving the integral as
∫ t+Ti

t Ω(t)dt = Ω(t)Ti and performing a Taylor expansion of the expo-
nential term yields

Cg
b(t+ Ti) =Cg

b(t)

(
I − sin (|ω̌bTi|)

|ω̌bTi|
Ω(t)Ti+

+
1 − cos (|ω̌bTi|)

|ω̌bTi|
(Ω(t)Ti)

2

)
(I.17)

To track the position of an INS the acceleration signal ab(t) =
[
abx(t) aby(t) abz(t)

]T
obtained

from the accelerometers is projected into the global frame of reference. Again, accelerometers
are also biased. A constant bias error, when double integrated, causes an error in position which
grows quadratically with time. This is modeled with a bias term

ǎb(t) = ab(t) − δab(t), (I.18)

where δab(t) =
[
δabx(t) δaby(t) δabz(t)

]T
. Thus, the acceleration in a global frame can we writ-

ten as ǎg(t) = Cg
b(t)ǎb(t). Acceleration due to gravity is then subtracted and the remaining

acceleration is integrated once to obtain velocity, and again to obtain displacement. In discrete
form :

vg,k =vg,k−1 + Ti (ǎg,k − gg) (I.19)

pg,k =pg,k−1 + Tivg,k (I.20)

We also define i.i.d zero–mean Gaussian terms wω,k and wa,k modeling gyroscopes and accele-
rometers noise.

I.2.3 GNSS/INS coupling

We propose here a new GNSS/INS coupling approach, which consists on the derivation of
the evolution of the synchronization parameters from the IMU measures. Taking into account



the geometry of the satellite-user link, we can write that

τk = τk−1 −
1

c
(pg,k − pg,k−1)

T dk−1+

+
1

c

(
p(s)(tk − τk) − p(s)(tk−1 − τk−1)

)T
dk−1 + wτ,k

= τk−1 + β
(τ)
k + wτ,k (I.21)

where dk is the unitary vector pointing from the user receiver to the satellite :

dk =
p(s)(tk − τk) − pg,k∥∥p(s)(tk − τk) − pg,k

∥∥ (I.22)

The term p(s)(tk−τk) represents the position from where the satellite emitted the signal received
at tk, an information that can be inferred from the navigation message. Since τk is what we are
looking for, we make the approximation p(s)(tk − τk) ≈ p(s)(tk − τk−1). Proceeding in the same
way, from (I.9) we can derive

f̃k = f̃k−1 +
fc
c

((
v(s)(tk−1 − τk−1) − vg,k−1

)T
dk−1+

−
(
v(s)(tk − τk) − vg,k

)T
dk

)
+ wf,k

= f̃k−1 + β
(f)
k + wf,k (I.23)

where vg,k is the velocity given by the IMU, and v(s)(t) is the velocity of the satellite that can
be extracted from the navigation message. Again, we will accept v(s)(tk − τk) ≈ v(s)(tk − τk−1).
The phase evolution can be predicted from (I.10) as

ψ̃k = ψ̃k−1 −
2πfc
c

(∥∥∥p(s)(tk − τk) − pg,tk

∥∥∥+

−
∥∥∥p(s)(tk−1 − τk−1) − pg,tk−1

∥∥∥+

+
(
v(s)(tk−1 − τk−1) − vg,k−1

)T
dk−1t0+

−
(
v(s)(tk − τk) − vg,k

)T
dkt0+

−
(
a(s)(tk−1 − τk−1) − ag,k−1

)T
dk−1(tk−1 − t0)

2+

+
(
a(s)(tk − τk) − ag,k

)T
dk(tk − t0)

2

)
+ wψ,k

= ψ̃k−1 + β
(ψ)
k + wψ,k (I.24)

where ag,k is the acceleration measured by the IMU, and a(s)(t) is the acceleration of the satellite,
also extracted from the navigation message. Terms wτ,k, wf,k and wψ,k are white Gaussian i.i.d.
noise sequences.

We take a state-space approach in order to use an optimal Bayesian filtering solution. In
equation (I.8), we have defined the discrete measurement equation. As we want to consider the
biased behavior of the IMU, we introduce the bias of the rate-gyroscopes, δωb,k, and accelero-
meters, δab,k, into the state, using a random walk evolution. We define the vector state

xk =
[
τk, f̃k, ψ̃k, δω

T
b,k, δa

T
b,k

]T
, (I.25)



and its evolution as
xk = Φkxk−1 + uk + wk (I.26)

where Φk = I9×9 is the identity matrix, the input vector is uk =
[
β

(τ)
k , β

(f)
k , β

(ψ)
k ,01×6

]T
, and

the noise vector is wk =
[
wτ,k, wf,k, wψ,k,w

T
ω,k,w

T
a,k

]T
.

I.3 Computer Simulations

The proposed integration solution was tested by computer simulation. We used a realistic
GPS signal generator which considered aspects such as constellation geometry, receiver/satellites
relative motion and time-varying delay/Doppler signal parameterizations. In particular, we tes-
ted the tracking of the synchronization parameters of one satellite by a static receiver (consi-
dering the biases of a typical MEMS–based IMU) over 1 second. The nominal Carrier-to-Noise
density ratio was set to C/N0 = 46 dB-Hz, although we took into account that the instantaneous
value of such parameter will depend on the elevation angle and on satellite’s antenna radiation
pattern. On the other hand, the considered GPS receiver had a pre-correlation filter of 2 MHz,
a sampling frequency of 5.7143 MHz, an intermediate frequency of 4.308 MHz, and the tracked
signal corresponded to that of the C/A code transmitted in the L1 link. With this setup, the
receiver was able to track the synchronization parameters of the satellite, with an initial am-
biguity given by the acquisition process, i.e., a standard deviation of half the sampling period.
Figure I.1 shows the Root Mean Squared Error (RMSE) results obtained with the SCKF in
estimating the pseudorange. In Figure I.1 we also plotted the Cramér-Rao Bound (CRB), which
is the minimum variance that any unbiased estimator can achieve. The CRB in its standard
formulation is valid for ML-like estimators, that is to say when no use of prior information is
done. However, this is not our case since we are considering prior data, which is expressed in the
state-evolution models proposed in Section I.2.3. Therefore, we must resort to the Bayesian CRB
as a valid benchmark for our algorithm. From the figure it follows that the obtained pseudorange
variances are in accordance to the theoretical bound. In addition, we can see the enhancement
given by the use of prior information.

I.4 Conclusions

This work presented a new approach to GNSS/INS integration. The main objective was
to establish the pertinent mathematical relationships that allow the ultra–tight coupling of
both systems, casting the problem into the Bayesian framework and proposing a solution based
on Gaussian nonlinear filtering. Detailed computer simulations confirmed the validity of the
approach.
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Résumé

Cette thèse porte sur l’étude des techniques d’estimation Bayesienne non-linéaire, et leur applications
aux problèmes de synchronisation pour des systèmes de communication par satellite, ainsi qu’au calcul des
bornes Bayesiennes pour le problème de synchronisation suréchantillonné. D’abord, on présente le filtrage
de Kalman et les méthodes particulaires, et l’on propose une nouvelle vue d’ensemble des méthodes
déterministes. Ensuite, on établie la modélisation pour le problème de la synchronisation fractionné dans
des systèmes satellite, et l’on calcule la borne de Cramér-Rao Bayesienne pour le problème d’estimation
de phase, et la borne de Cramér-Rao hybride pour le problème d’estimation conjointe de phase et d’offset
de fréquence. Dans un deuxième temps, on applique les méthodes de filtrage (Kalman, particulaires
et déterministes) aux problèmes d’estimation de phase, d’estimation conjointe de phase et d’offset de
fréquence, d’estimation de délai et d’estimation de phase avec des bruits non-Gaussiens. Les méthodes
proposées ont montré de bonnes performances pour nos problèmes de synchronisation.

On présente aussi dans cette thèse, trois études liées aux travaux principaux. Le premier concerne
l’estimation conjointe des gains complexes et du délai dans un canal de Rayleigh à variations lentes pour
des signaux CPM. Le deuxième présente l’utilisation des méthodes déterministes pour la localisation avec
un réseau de capteurs. Et finalement, le troisième présente le couplage GNSS/INS ultra précis et une
solution déterministes à cette problématique.

Mots-clés : GNSS, communications par satellite, estimation, filtrage Bayesien non-linéaire, syn-
chronisation, localisation, filtrage de Kalman, méthodes particulaires, méthodes déterministes, bornes de
Cramér-Rao (CRBs), suréchantillonnage, GALILEO, BOC, couplage GNSS/INS.

Abstract

This thesis deals with nonlinear Bayesian estimation methods, and its application to synchronization
for satellite communications systems. Moreover, we compute Bayesian bounds for the oversampled syn-
chronization problem. First, we introduce Kalman and particle filtering, and we propose a new overview
of sigma-point filters. Then, we propose a modelisation for the oversampled synchronization problem, and
we compute two Bayesian bounds : the Bayesian Cramér-Rao bound for phase estiamtion and the hybrid
Cramér-Rao bound for joint phase and frequency offset estimation. We apply the nonlinear filtering me-
thods (Kalman, particle and sigma-point filters) to solve the following problems : phase estimation, joint
phase and frequency offset estimation, delay estimation and phase estimation with non-Gaussian noises.
The proposed methods has shown good performances for our synchronization problems.

We also present in this thesis three studies related with the main problem treated overall the disser-
tation. The firs one concerns the joint delay and complex gains estimation for a slowly varying Rayleigh
channel for CPM signals. On the second one, we use sigma-point filtering techniques for sensor data fusion
for positioning applications. Finally, we present a new approach to ultra-tight GNSS/INS integration and
the solution using a cubature method.

Key-words : GNSS, satellite communications, estimation, nonlinear Bayesian filtering, synchroniza-
tion, positioning, Kalman filtering, particle filters, sigma-point filters, Cramér-Rao bounds (CRBs), over-
sampling, GALILEO, BOC, GNSS/INS integration.

Laboratoire Grenoble Image Parole Signal Automatique (GIPSA-Lab)
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