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Introduction générale

Contexte

Les fonctions de diagnostic et de suivi S'appuigéhéralement sur un modele de
fonctionnement normal et/ou défaillant. Ce moddalecenstruit en utilisant une connaissance
a priori sur le fonctionnement du systeme. Lorsque cetteaiesance est suffisante pour
construire un modéle mathématique ou analytiqusydteme, les méthodes a base de modéle
qualitatif et/ou quantitatif sont privilegiées. lsgue cette connaissance est minimale et
insuffisante pour construire un modele analytigies, méthodes de Reconnaissance des
Formes (RdF) constituent une solution efficace pmnstruire un modele du systéme. Ce
modéle est construit par apprentissage en utiligaritistorique basé sur des observations du
fonctionnement du systeme.

La RdF regroupe l'ensemble des méthodes permettantlassification des formes
(vecteurs de caractéristiques de I'état de fonogoment du systéme) dans des classes.
Chaque classe est associée a un mode de fonctienhelm systeme et elle est représentée
par un modele. Les modeles de classes sont utjtieés la classification d’'une nouvelle
forme a une des classes existantes.

Dans le contexte du diagnostic, une forme est €olaion simplifiée de I'état du systéme.
La classification d’'une forme est réalisée par wdule de classification, appelé classifieur,
en utilisant une regle de décision. Le problemé&dedF est donc de caractériser le modele et
I'étiquette de chaque classe associée a une f@ela.requiert le recours a des techniques de
classification permettant de regrouper, par apmsage, les formes similaires. Le diagnostic
par RAF devient alors un probleme de classificagtisnmode de fonctionnement actuel du
systeme est déterminé en connaissant la class€observation actuelle de I'état de
fonctionnement du systeme. Le modéle de chaqueeclast représenté par une fonction
d’appartenance qui détermine la valeur d’appartemaune forme a chaque classe.

Il existe trois grands types d’apprentissage :diaptissage supervisé, I'apprentissage non
supervisé et l'apprentissage semi-supervisé. L&pssage supervisé nécessite que les
observations soient étiquetées ; on conaajiriori le mode de fonctionnement associé a
chacune de ces observations. L'apprentissage mmansgsé cherche a former des classes dans
un ensemble d’observations non étiquetées pouruddleg aucune connaissance n’est

disponible sur leur appartenance aux differentessels. L’'apprentissage semi-supervisée
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combine les deux modes d’apprentissage supervisiretsupervisé. Il utilise I'ensemble
d’apprentissage étiqueté pour estimer les fonctibmgpartenance de chaque classe connue et
I'apprentissage non supervisé pour améliorer lxigi@ de cette estimation, détecter les
nouvelles classes et apprendre leurs fonctions pdidgnance. Cette combinaison est
particulierement efficace quand I'ensemble d’appssage étiqueté contient peu de points de
chaque classe. Cela est souvent le cas pour leseslareprésentant les modes de
fonctionnement défaillants. De plus, les modes atetionnement, surtout défaillants, sont
rarement tous représentés dans I'ensemble d’ajpgsage. En effet pour des raisons de codlt
ou de sécurité, certains modes de fonctionnemdailldéts ou dangereux ne peuvent pas étre
provoqués et sont donc absents de I'ensemble dappsage. Un apprentissage non
supervisé permet donc de détecter et d’apprendradeveaux modes de fonctionnement au

fur et a mesure qu’ils apparaissent afin d’enritdiconnaissanadaitiale.

Problématique

Les classes peuvent étre statiques ou dynamigessclasses statiques sont basées sur des
données stationnaires, ce qui signifie que les npetr@s du modéle de classification
demeurent inchangés au cours du temps. Pour calgydennées, I'enrichissement de la base
de connaissance se traduit par une déformatiorelatacontour ou de la forme des classes
sans mettre en cause les informations acquiseséqeBunent. Toutefois, comme
I'environnement d'un systéme est en perpétuellduéoa, la majeure partie des données
issues du monde réel est non stationnaire. Cedgponnées entraine une variation au cours
du temps des parameétres du modele de classificddems ce cas, les classes et/ou les formes
sont dynamiques. Cette dynamique se traduit pdépgacement, I'élimination, la fusion, la
scission, ..., des classes. Parmi les applicatiomdles® nécessitant une classification
dynamique, on peut citer le diagnostic industiofution des modes de fonctionnement), le
diagnostic médical (expansion de maladie tel qoancer), la surveillance vidéo (mouvement
des cibles), etc.

Les travaux de cette thése prennent place dansnkexte du diagnostic et du suivi des
systemes évolutifs a l'aide des méthodes de dlzdsin dynamique. Un systeme évolutif
évolue d’'un mode a un autre de facon brutale (sawtprogressive (dérive) au cours du
temps. Cette évolution est la conséquence des ehsards de caractéristiques d'un systeme a
cause d'une fuite, de l'usure d’'un outil, d'un =gk, etc. Lorsqu'une méthode statique de

reconnaissance des formes est utilisée pour cimrestas modéles de classes d’'un systeme
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évolutif, elle permet de classifier les nouvelldsservations en fonction des observations
historigues connues mais elle ne tient pas comgdgenduvelles informations caractéristiques
pour mettre a jour les modéles des classes (forxtitappartenance par exemple). Avec une
méthode de classification statique quand un chaageraurvient dans un systeme, les
modeles des classes ne deviennent plus aptes &eaper les caractéristiques actuelles du
systéme.

Le suivi et le diagnostic des systemes évolutifsersitent donc un apprentissage continu
au cours du temps afin de tenir compte des évaoisitiet des changements dans leur
environnement. Les méthodes d’apprentissage inerg@ineonstituent une solution efficace
pour réaliser Il'apprentissage continu. Ces méthogdesmettent d’intégrer en ligne
l'information apportée par une nouvelle forme pawmméliorer I'estimation des modeles de
classes. Cependant, ces méthodes adaptent lesemalgetlasses sans remettre en cause les
connaissances acquises précédemment. Elles cagidéoutes les formes comme
représentatives des classes. Or, certaines derraess deviennent obsoléetes et ne doivent pas
étre utilisées pour la mise a jour des modeledasses. Cela nécessite donc l'utilisation d’'un
mécanisme permettant d’oublier les formes devenhssletes et de ne garder que les formes
représentatives des caractéristiques actuellesldsses apres leur évolution. Ces méthodes
sont appelées méthodes de reconnaissance dynandigmeformes (ou méthodes de
classification dynamique). Le défi de ces méthodss de sélectionner les formes
représentatives des changements des classes ig¢rdigvoubli catastrophique.

Les données issues du fonctionnement d'un systéwiatié sont représentées par un
certain nombre de paramétres, statistiques, stelstou mixte (statistiques et structurels)
dont les caractéristiques évoluent avec le tempsfoBction des parametres utilisés par la
méthode, cette derniere fera partie des méthodasstsjue, structurelle ou mixte de
classification. Ces méthodes peuvent étre sup@sis®n supervisées, ou semi-supervisées,
selon le type d'informations disponibles sur leté&ye, respectivement étiquetéegpriori,
non étiquetées, ou partiellement étiquetées (Figlye
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Forme statique Forme dynamique

\ 4
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l A4 A4

[ Méthode statistiqu% [ Méthode structurelle] [ Méthode mixte ]

Figure I.1. Représentation des types de méthodekadsification utilisables en fonction

des formes et des parameétres d’'un systeme.

Contribution

Les travaux effectués dans le cadre de cette théseorientés vers la recherche et le
développement d'algorithmes de reconnaissance dgonamdes formes adaptés a la
classification des données issues des systemastiésol

Ces algorithmes sont basés sur diverses méthedadittérature dont les capacités pour la
classification des données statistiques ont étéodérges et dont l'utilisation est fréquente.
Ainsi, les développements réalisés pourront étetnpiment intégrés aux systémes utilisant
déja ces méthodes de classification.

Les méthodes proposées utilisent les informatidas maniere supervisée ou semi-
supervisée et elles sont adaptées aux formes usatiqu dynamiques. Ces méthodes se
veulent complémentaires aux approches de clagsificalynamique déja développées. Les
méthodes statistiques proposées peuvent fonctienageligne ou hors ligne. Seules les
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méthodes structurelle et mixte proposées sonsaitiles uniquement hors ligne. Nous nous

sommes intéressés aux seules méthodes supervisgemiesupervisées, tenant compte des

informations connuea priori sur un systeme. En effet, puisque l'on s'intérelsses cette

thése au suivi des modes de fonctionnement degnsgstévolutifs, on part du point de vue

qu'un certain nombre d'informations sont déja cesrsur un systeme.

Les méthodes proposées dans cette thése powgerdalireconnaissance des formes dans

un environnement dynamique sont :

Fuzzy Pattern Matching Dynamique (FPMD) : nouvelesion de la méthode Fuzzy
Pattern Matching Incrémentale (FPMI) intégrant @uss mécanismes adaptés au
suivi des classes dynamiques. Ces méthodes utilsé&méorie des ensembles flous et
la théorie des possibilités. La classification figmes est réalisée a l'aide des densités
linéaires de possibilité obtenues pour chaque driatome d'une classe par rapport a
chaque parametre de I'espace de représentationD RNt compte du changement
graduel des caractéristiques des classes a |'aide phase de détection des évolutions
des classes, d'une phase d'adaptation des clasdeses, et d'une phase de validation
des classes existantes. La phase de détectionvdegi@éns permet de calculer les
valeurs de représentativité des formes en fona&schangements progressifs de la
distribution des données. La mesure de représeidatdes formes représente
I'importance qu’ont les données classées dans $& @ijour d’'un modeéle de classe.
Basé sur cette mesure, un résidu est calculé afsuire I'évolution des changements
de distribution des données et donc I'évolutionmesiéles de classes. A 'aide de ces
deux mesures, la méthode FPMD peut valider |'éimiutétectée pour une classe et
adapter incrémentalement cette derniére. L'adaptatiune classe ou de son modéle
consiste en sa mise a jour en utilisant les forrepsésentatives des caractéristiques
actuelles de cette classe. Lorsque I'adaptationedclasse a lieu, seules les formes
caractéristiques de son évolution sont conservaes & modele de la classe. Des
procédures de fusion, de scission et de suppresienclasses ont également été
développées pour mettre a jour les modeles desedasn fonction de certaines
évolutions pouvant avoir lieu sur les systemes wdifel D’autres évolutions des
modeles de classes telles que des déplacementsagbns des classes sont aussi
gérées par la méthode FPMD,

K-Plus Proches Voisins Flous Dynamique (KPPVFD) évaloppée en version
supervisée (KPPVFD-S) et semi-supervisée (KPPVFDR-BBPVFD-S et KPPVFD-

15



SS sont des méthodes de classification dynamigséebasur la méthode des K-Plus
Proches Voisins Flous (KPPVF). Tout comme KPPVIeseltilisent donc la notion
de distance entre les formes pour classer les Hesvdonnées. Deux indicateurs
d'évolutions sont calculés par rapport aux parasétes classes. Ces indicateurs sont
utilisés dans la phase de détection et de confiomakes évolutions de classe. Durant
la phase d'adaptation des classes, les formeslussrgprésentatives de I'évolution
confirmée, sont sélectionnées et le classifieunrgsta jour. Ces méthodes permettent
de répondre aux problemes de mise a jour des fidassidynamiques pour les cas de
déplacement, fusion, scission, rotation des clagtesLa méthode semi-supervisée a
été développée dans le but de pouvoir utiliser éhode KPPVFD sur les systemes
dont les données disponibles sont tres limitées. eHat, lorsque des données
étiquetées sont disponibles, leur utilisation pérrdaméliorer I'estimation des
modéles des classes. Les deux méthodes KPPVFDogg@éels sont complémentaires.
La méthode supervisée est plus adaptée au suivisgemes dont les classes
principales sont connues tandis que la méthode-separvisée est plus adaptée a la
détection des nouvelles classes et a leur adaptatiofonction des évolutions des
systémes,

une méthode de classification structurelle poufdesmies dynamiques. Cette méthode
comporte une phase de segmentation des formesadamtation du nombre de
primitives utilisées ainsi qu’une phase de clasaifon des formes dynamiques. Une
primitive est une représentation symboligue donaéehaque segment (appelé
épisode) caractérisant une forme dynamique aprgsesdation. La phase de
segmentation est basée sur les approches descemdargegmentation. Elle cherche a
minimiser I'erreur d’approximation de segmentatenutilisant un nombre optimal de
primitives trouveé récursivement. Ce nombre de gri@s est identique pour toutes les
formes dynamiques issues d’'un systéme afin de mekur similarité. Cette premiere
phase permet d'obtenir une représentation simeliié caractéristique de chaque
forme dynamique d'une méme classe, i.e. une signasans utiliser de seuil d'erreur
d'approximation. Dans la deuxiéme phase de la rdéthdéa classification des
signatures est réalisée a l'aide d’'une mesure mdasite. Cette mesure permet de
calculer la similarité d’'une forme dynamique a wurlasse. La méthode se veut
générale et applicable a plusieurs systemes réels,
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* une méthode mixte de classification pour les dosrsBgamiques. Cette méthode
utilise d'une part la méthode structurelle défidens cette these et d'autre part une
méthode de classification statistique. L'utilisatide ces deux méthodes a pour but
d'obtenir un meilleur taux de classification en ai®n compte des deux types
d'information (statistique et structurel) présetidss certaines données. L'originalité
de la méthode repose particulierement sur la digfinides parametres statistiques a
partir des épisodes trouvés par la méthode de segtive pour obtenir la signature
d'une forme dynamique. De plus, une technique dectéisation des classes a l'aide
de signatures mixtes, i.e. basées sur les castaj@éas structurelles et statistiques
obtenues pour une forme, est proposée pour ohieaisignature interprétable par les
opérateurs humains. Dans le cadre des évolutianfodmes dynamiques, une mesure
de similarité mixte est définie afin de quantifi&volution réalisée par les formes.
Cette mesure de similarité est calculée a parirpggameétres mixtes qui caractérisent
chaque forme. La mesure de similarité ainsi cacylérmet également d'obtenir le

degré d'appartenance d'une forme a une classe.

Organisation du manuscrit

Le manuscrit est séparé en quatre chapitres @@aobmme suit.

Dans le premier chapitre, les différents typegatmnnaissance des formes, statiques et
dynamiques, sont présentés. Le principe de fonotiorent de plusieurs méthodes
dynamiques est détaillé et des exemples d'apmitatde ces méthodes dans un milieu
dynamique sont présentés.

Le chapitre deux correspond au développemensgalir les méthodes de reconnaissance
dynamique des formes. Ces méthodes adaptées audssiclasses dynamiques sont basées
sur les informations statistiques obtenues sudtameées. Chaque méthode est illustrée par
des exemples et est comparée a plusieurs métheddasdification.

Dans le chapitre trois, la contribution aux métmdtructurelle et mixte de reconnaissance
des formes dynamiques est détaillée. Des exemmefomctionnement caractérisant les
méthodes proposées sont présentés et plusieursdesthtructurelles et mixtes sont décrites.
Le fonctionnement de ces méthodes permet d'étabbr comparaison entre les méthodes
proposées adaptées a certaines applications atnesrtméthodes existantes plus adaptées a

d'autres types d'applications.
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Le chapitre quatre contient I'ensemble des afjmits simulées et réelles utilisées dans le
cadre de cette thése. En effet, en plus de lafitis d'exemples académiques de bases de
données dynamiques, les approches proposées onwaétiées sur des applications
dynamiques. Les applications utilisées dans le itleaguatre sont : un benchmark de deux
réservoirs dont le suivi des fuites est réalisé,systeme de commutation des modes de
fonctionnement dont I'écart est faible, un systéntustriel dont le suivi de qualité des
soudures doit permettre de détecter I'évolutiomjudité des pieces réalisées, un générateur
de vapeur de réacteur nucléaire pour lequel onasteutiétecter et caractériser 'ampleur des
fuites d’eau, et une application clinique concetrnlancoordination inter-segmentaire de la

marche des patients hémiparétiques.
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Chapitre 1. Introduction a la reconnaissance desds

Dans ce chapitre, une synthése des méthodesa®essance des formes de la littérature
est présentée. Ces méthodes sont divisées en gasdgories selon les données disponibles
sur le fonctionnement du systéeme et sur son envament (statique, dynamique). Ces
catégories sont : la reconnaissance statique de®$ostatiques, la reconnaissance dynamique
des formes statiques, la reconnaissance staticqgiéodees dynamiques et la reconnaissance
dynamique des formes dynamiques. Dans le cadreetle these, nous détaillerons plus
particulierement les méthodes de classificationadyique adaptées pour le diagnostic et le
suivi des systemes évolutifs dont les caractétssgévoluent avec le temps. Ces méthodes
permettent I'adaptation de la structure et desrpat@s du classifieur en utilisant les formes

représentatives du fonctionnement du systéme apreévolution.

1.1. Principe général des méthodes de reconnaissaries formes

1.1.1. Introduction

Le suivi de fonctionnement continu des systémesistiekls, tels que les robots, les
systémes hydrauliques, les machines de tri, etangied’améliorer leur productivité et de
faire décroitre leur colt de production. Quand tmde est détectée, le systeme de suivi
exécute une procédure de correction pour ramengroleedé dans des conditions normales
d’opération. Plusieurs méthodes peuvent étre égitipour réaliser le suivi de ces systemes.
La sélection d’'une de ces méthodes dépend de piadacteurs comme :

* la dynamique du systeme (discréte, continue ouitighr

» les contraintes d’environnement (en ligne pour gection souhaitée en temps réel,

ou hors ligne si la réaction peut étre prise apresertain temps),

» lareprésentation des informations (quantitativeuetualitative),

* la complexité du systéme (grande ou simple),

* linformation disponible sur le systéme (structleel analytique, connaissances

heuristiques, etc.),

Quand les connaissancariori du comportement d’'un procédé ne sont pas suffisante

pour construire un modéle analytigue et quand seules mesures sur son état de
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fonctionnement sont disponibles, les méthodes dmmmissance des Formes (RdF) (Jain,
2000) (Brown, 1989) (Dubuisson, 2001) (Duda, 20Q0/ebb, 2002) sont particulierement
intéressantes. En effet, ces méthodes sont adaptéks surveillance des modes de
fonctionnement des systemes, au diagnostic dessfaotl a 'accomplissement du pronostic
des défaillances. En RdF, le systeme est considénéme une boite noire, c'est-a-dire
gu’'aucune équation mathématique n’est nécessaire rmpodéliser son fonctionnement. Les
méthodes de RdF utilisent exclusivement un ensemélenesures et/ou de connaissances
heuristiques du fonctionnement d’'un procédé poss@ade I'espace d’observation a I'espace
de décision, appelé espace de représentation.éseftats de classification dépendent alors
seulement, de la méthode elle-méme, des connaessaipeiori, des parametres caractérisant

le systéeme, et de la qualité des données.

1.1.1.a. Principe

Le principe de la RdF est de classer les nouvétieses en utilisant un classifieur qui
génere une fonction d’appartenance pour chaqusecldgnsi la classification d'un nouveau
point peut se faire en fonction de la valeur d’apgrence qu’il obtient par rapport a chaque
classe. Les méthodes de RdF peuvent généralemrenti@isées en deux catégories : les
méthodes paramétriques et les non parameétriquaesmigthodes paramétriques considerent
'ensemble d’apprentissage comme des données indéptes, toutes distribuées selon la
méme loi de probabilité, comme le fait le classifi@ayésien (Dubuisson, 1990) (Yager,
2006). Cette hypothése n’est bien souvent pasevaahs le cas d’'applications réelles, c’est
pourquoi nous nous intéresserons seulement aux ooedh non paramétriques dans
'ensemble de ce manuscrit. Les méthodes non parngoes génerent les fonctions
d’appartenance des classifieurs (Medasani, 1998) so

* en estimant la fonction de densité de probabilt@ddionnelle pour chaque classe,
comme le fait la méthode des fenétres de ParzengRal962) (Dubuisson, 2001) et
la méthode des K-Plus Proches Voisins (Cover, 1@8&hoeux, 2001),

e en construisant par apprentissage les régionsasial® comme le font, les fonctions
potentielles (Dubuisson, 2001) (Batchelor, 19783, téseaux de neurones (Ripley,
1996) ou les Séparateurs a Vaste Marge (Vapnilg)199

* en se basant sur des heuristiques (Dombi, 199@)i{iDi, 1986).

Les performances des méthodes de RdF dépendecbmiggissances priori obtenues sur

les modes de fonctionnement du systéme. Souvensaeeir est imparfait et incomplet.
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L'imperfection est due a I'utilisation des captelas bruit des données, et aux évaluations de
I'expert du systeme. Le savoir est incomplet puisge contient pas toutes les informations
concernant 'ensemble des modes de fonctionnenuasiies pour un procédé. C’est surtout
le cas concernant les modes dangereux et les mpdas lesquels un temps de
fonctionnement tres important est nécessaire. bbl@me de I'imperfection du savoir et des
données peut étre solutionné en utilisant des tgoba de la théorie des ensembles floues. Le
probleme d’'incomplétude est résolu par un appreagis continu des données permettant de
mettre a jour le systeme de surveillance. En atiisine méthode de RdF, chaque nouvelle
information, i.e. chague nouvelle forme, pourra &irise en compte dans la mise a jour du
classifieur et intégrée dans la base des donnéesies. Cependant, il peut étre tres difficile
d’obtenir des données exhaustives pour certairepes.

La RdF est réalisée en deux phases : I'appren@saagartir des données connues et la
classification des nouvelles données. En amonedaleux phases, une étape de prétraitement
est utilisée pour trouver I'ensemble minimal de goagétres informatifs nécessaire a
I'établissement de I'espace de représentation.depble des étapes majeures d’'une approche

de reconnaissance des formes est présenté sgute fi.1.

Acquisition des données

Filtrage, transformation des données, etc.

Prétraitement
Recherche et sélection des paramétres

—

Apprentissage

Apprentissage

Classification

Classification<

-
Figure 1.1. Les étapes principales d’une approcheatonnaissance des formes.
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1.1.1.b. Prétraitement des données

La premiere phase du prétraitement concerne haddt et la transformation des données
qui permettent d’obtenir des données plus adapééda recherche de caractéristiques
informatives. Cette phase peut étre réalisée panatebreux algorithmes de traitement
(Trouilhet, 1994) tels que : l'analyse standardFaeirier, les méthodes Temps-Fréquence
(Wigner-Ville, Gabor, etc.), les ondelettes (Chiete 2008), les filtres Auto-Régressif
(AR), moyenne mobile (Moving Average ou MA) ou auégressif et moyenne mobile
(ARMA) (Box, 1970), etc. L'analyse des données nh&s sur un systéme permet d’obtenir
des caractéristiques statistiques, c'est-a-dire \@dsurs scalaires, ou structurelles. Les
caractéristiques statistiques fournissent desnmiitions spatiales telles que le nombre de pics
présents dans un signal, I'écart type des donn@&eapyenne quadratique (RMS), la valeur
maximale ou minimale, le coefficient d’aplatisseinéurtosis), etc. Lorsque les données
sont obtenues sous forme continue dans le temgsa{st), des caractéristiques structurelles
peuvent étre obtenues en utilisant une techniquesatgnentation. Les techniques de
segmentation (Triki, 2005) peuvent utiliser difi@®types de primitives (Colomer, 2002) qui
sont connectées en maintenant la structure de elgaguoal. En conservant la connexion entre
les différentes parties d’'un signal, une technigige segmentation permet d’obtenir une
signature, qui est une représentation simplifiGmedctéristique de chaque signal.

Lors de la deuxieme phase de prétraitement, orctaffdla sélection des parametres les
plus informatifs. Généralement un grand nombre dearpétres est calculé a partir des
données recueillies par les capteurs d’'un syst&@iest pourquoi, il est nécessaire d'extraire
et/ou de sélectionner les parametres les plusnr#tifs (Benzécri, 1973), c'est-a-dire ceux qui
permettront de discriminer au maximum les cladses. méthodes de sélection des parametres
choisissent le sous-ensemble de parametres lesntumatifs. Les méthodes d'extraction
des parameétres créent un sous-ensemble de nouyeaametres par combinaison des
parametres existants. Pour réaliser ces phaseéleien et/ou d'extraction, on utilise des
techniques d’analyse des données (Benzécri, 180183} tque I'Analyse en Composantes
Principales (ACP) (Jolliffe, 1988), la mesure distnante de Fisher (Fisher, 1936),
Multidimensional scaling (Sammon, 1969), les teghes de wrapper (Uncu, 2007), etc. Plus
les parametres du systeme permettent de bien rdisen les formes, plus les résultats de
classification sont bons. L'ensemble des parameétoes/és par ces méthodes représente les
attributs qui permettent de caractériser chaquendorLorsque les données issues de

'observation du fonctionnement d'un systéme soaprésentées par des paramétres
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statistiques, elles sont transformées en formest-a-dire en points, dans l'espace de
représentation. Les groupes de formes similaires aopelés classes. Si les paramétres sont
bien déterminés, les classes sont bien discrimiméeslles sont situées dans différentes
régions de l'espace de représentation. Chaque eclast associée a un mode de
fonctionnement (normal ou défaillant). Ces formagec leurs assignements a une classe,
constituent I'ensemble d’apprentissage. Elles geprésentées pat caractéristiques, ou
attributs, ce qui permet de les voir en tant quetergs ded dimensions, c’est a dire des

points, dans I'espace de représentation.

1.1.1.c. Apprentissage et classification

Une fois l'espace de représentation établi, ipessible de travailler avec une méthode de
RdF. En fonction des informations priori disponibles sur le systéme, trois types de
méthodes de RdF peuvent étre utilisées: les méthaiipervisées, les méthodes non
supervisées et les méthodes semi-supervisées.usoteq classes des formes sont connues
initialement, la RdF est supervisée (Therrien, 1988s méthodes supervisées utilisent les
formes connues, c'est-a-dire I'ensemble d’appresdis, pour construire un classifieur qui
sépare au mieux les différentes classes connues kabut de minimiser l'erreur de
classification. Le modele de chaque classe ests al@présenté par une fonction
d’appartenance qui détermine la valeur d’appartemad’'une forme a une classe. Au
contraire, quand aucune information n’est disp@nglr les classes d’'un systeme, la RdF est
non supervisée (Bezdek, 1981) (Frigui, 1996) (kri$997) (Vachkov, 2009). Les méthodes
non supervisées, aussi appelées méthodes de @ralessont basées sur des fonctions de
similarité. Quand des formes aux caractéristiguagares apparaissent, elles sont classifiees
dans la méme classe et a l'inverse quand leurgtéaistiques sont différentes une nouvelle
classe est créée par le classifieur. Une fois cuelassifieur a estimé les fonctions
d’appartenance des classes, les nouvelles formagept étre assignées a la classe pour
laquelle elles ont la valeur d’appartenance maxemiad troisieme type de méthodes de RdF,
concerne les méthodes semi-supervisées (Cozmar8) Z@abrys, 2000) (Liu, 00) qui
utilisent les informations connues, c'est-a-digef@mes et classes connues, pour estimer les
caractéristiques des classes et leurs fonctiongpdiéenances tout en utilisant également
I'apprentissage non supervisé pour détecter lesallas classes et apprendre leurs fonctions

d’appartenance.
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1.1.1.d. Environnement statique et environnemertynamique

Selon le type de systeme étudié, les formes obseswreun systeme peuvent étre statiques,
ou dynamiques lorsque leurs caractéristiques émblareec le temps. Une forme statique est
représentée par un point dans I'espace de repadgentandis qu’une forme dynamique est
représentée par une trajectoire multidimensionndllans ce dernier cas, l'espace de
représentation posséde une dimension supplémeqtaiest le temps (Angstenberger, 2000).
De la méme fagon, les classes peuvent étre statiguedynamiques. Les classes statiques
sont représentées par des zones restreintes cohtigmformes similaires dans I'espace de
représentation. Pour ces classes, l'ordre d’arridég formes n’'est pas lié a leur valeur
d’appartenance et les parametres du classifietermesichangés. De nombreuses méthodes
de RdF existent pour traiter le cas des donnéggusta. On peut citer la méthode des K-Plus
Proches Voisins (Dasarathy, 1991), les SéparateMiaste Marge (SVM) (Vapnik, 1995), les
méthodes Bayésiennes (Freedman, 1989), la méthAdalgse en Composantes Principales
(ACP) (Jolliffe, 1988) (Elshenawy, 2008), la métho&uzzy Pattern Matching (FPM)
(Cayrol, 1982) (Dubois, 1988), la méthode Fuzzy €akk (FCM) (Bezdek, 1981), ainsi que
les nombreuses déclinaisons de ces méthodes, egien@ant, bien souvent les systemes sont
constamment en évolution entre leurs différents esatk fonctionnement, on parle alors de
systemes évolutifs (Angelov, 2010) (Lughofer, 20p8\r lesquels il est nécessaire d'utiliser
des méthodes de classification dynamique (Ben-DaX@d4) (Tsymbal, 2004). Plusieurs
approches de classification dynamique sont détailtlans les parties suivantes, de méme que
les quatre types de RdF existantes. En effet, habamaison des deux types de formes et des

deux types de classes mene a quatre types de RdF.

1.1.2. Reconnaissance statique des formes statiques

Le premier type de reconnaissance des formes npmntes formes et les classes statiques.
Il correspond au cas le plus classique de recossraie des formes. Les données statiques
sont des données qui conservent les mémes cas#iquées statistiques au cours du temps. Le
probleme correspond donc ici a la classificatiomdevelles formes dont les caractéristiques
ne changent pas par rapport a celles connues. d@e®ed doivent étre classées dans des
classes statiqgues ne se déplacant pas dans I'edpaprésentation. Le classifieur utilise
comme ensemble d’apprentissage ces formes et slatg@ues, et il reste inchangé avec le

temps.
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Toutefois, la base de données concernant un sgsesinsouvent incompléte, tous les
modes de fonctionnement et notamment les modedlaéfs ou dangereux ne peuvent pas
étre provoqués pour obtenir des données informati@pparition des nouvelles données
(bruitées ou non) va permettre d'affiner les fomesi d’appartenance estimées par le
classifieur. Dans ce cas, les petites adaptatiens @¢lasse sont réalisées, incrémentalement
ou non, et elles permettent d’améliorer les rémiltke classification. Dans certains cas,
lorsqu’on peut réaliser un traitement hors ligilepeut étre plus intéressant de recommencer
completement la phase d’apprentissage en réappremamouveau lot de données plus

informatives.

Du point de vue statique, une forme représemtes€rvation du systéme en fonction de
plusieurs parametres a un instant donné. L'espaaemtésentation contient 'ensemble des
formes connues observées a différents instants. I&uiigure 1.2, on peut voir une
représentation de deux classes statiqgues a umiitsi® (avec 5 formes dans chague classe)
et a un autre instatt11 (ou une nouvelle forme est apparue dans lae@s. L'espace est
compose de deux attribubg et Ay, correspondant aux parametres observés sur EnsgsOn
peut par exemple, utiliser un critere de similaktseé sur la distance entre les formes pour
discriminer les classes. L'ordre et le temps dvaéei des formes ne sont pas des informations

utiles pour ce type de classification.

ar a-

A2 A2
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Figure 1.2. Les deux classes possédent chacurmengs$a £10 (a) A l'instant suivant$11,

une seule nouvelle forme’“est apparue dans I'une des deux clag§ds
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Sur la figure 1.2, les deux attributs sont nofgset A,. L'exemple d'espace de
représentation montré sur cette figure peut étiks@itpar n’importe qu’elle méthode
statistique de reconnaissance des formes.

A l'inverse de ce premier cas possible de rec@samice des formes, les trois cas suivants
concernent la reconnaissance dynamique des foEmesffet dés qu’un systéme génére des
formes dynamiques et/ou des classes dynamiquest hécessaire d’utiliser un classifieur

dynamique.

1.1.3. Reconnaissance dynamique des formes statique

Dans ce cas de classification, les classes negpimnstatiques, mais dynamiques ; elles ont
des caractéristiques qui évoluent au cours du tebhgptemps est donc un aspect important a
prendre en compte pour empécher la dégradationpddsermances du classifieur. Cette
évolution des caractéristiques des classes peuadeire par un déplacement, une scission,

une fusion, une rotation, etc.

Ces modifications sont dues a des changementgessify ou brutaux des modes de
fonctionnement d'un systéme. Une évolution estalbedi le point apparaissant a I'instantl
n'est pas affecté a la méme classe que le poirdrajgsant a l'instartt(Figure 1.3.a). Dans
ce cas, la prédiction de I'évolution est impossileaucune méthode dynamique ne pourra
savoir si la classe évoluée provient d’'une anciedlasse ayant réalisé un changement
important de ses caractéristiqgues ou s'il s'agiiement de I'apparition d’une nouvelle
classe. S'il s'agit d’'une nouvelle classe, une méthde classification non supervisée ou
semi-supervisée sera capable d’identifier ses tarsiiques. L'évolution progressive (Figure
1.3.b) se caractérise par l'apparition de plusigoosts intermédiaires, i.e. des formes
transitoires, entre un point du début de I'évolutet un point de la fin de I'évolution. Ces
points intermédiaires pourront ensuite étre rejgidisqu’ils ne représentent qu’'une liaison
transitoire entre la classe présente avant I'éialuet celle présente en fin d’évolution. Les
changements survenant dans les caractéristiquesddesées peuvent étre cycliques
(changement de saison, d'heure, etc.) ou irrégulieflation, valeurs boursiéres, etc.). Dans
ce dernier cas, les trajectoires d’évolution dass#s ne sont pas connues initialement ; il est
donc impossible d’inclurea priori dans le classifieur toutes les évolutions possildens
'espace de représentation. Sur la figure 1.3$ féemes initiales de la classe sont en bleu.
Ensuite, de nouvelles formes apparaissent et ddérigeogressivement dans l'espace de

représentation.
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Figure 1.3. Evolution brutale d’'une classe dynanei@a). Evolution progressive d’'une classe

dynamique (b). Les formes de I'évolution sont repnéées par des-*.

Le probleme de classification posé ici est d’autplus important que suite a leurs
évolutions, les caractéristiques des classes sa@iteastimées si aucun suivi ni aucune
adaptation de ces dernieres n’est réalisée. Datartecas, ce probléme devient majeur ; par
exemple lorsqu’une classe correspondant a un famwiment normal prend progressivement
les caractéristiques d’'une classe de fonctionnem@mgereux. Le probléme de classification
consiste donc, pour les classes dynamiques, ateéttca suivre les changements temporels
des caractéristiques des classes. Une fois quevtdstions sont détectées et validées, il est
nécessaire d’adapter le classifieur pour bien estles nouvelles caractéristiques des classes

et pour suivre efficacement ces évolutions.

Dans le cas d’'une évolution progressive, il parg étéressant de prédire la classe finale
de I'évolution. Cette prédiction permet de prenales rapidement une démarche corrective et
d’éviter ainsi les conséquences d’'un mode de fono#ment anormal. Prévoir la classe ou le
mode de fonctionnement d’arrivée revient a effecturepronostic ou un diagnostic prédictif
(Schwabacher, 2007) (Ribot, 2009).

Les méthodes que nous proposons dans le chapineo2dent a cette problématique de

reconnaissance dynamique des formes statiques.

1.1.4. Reconnaissance statique des formes dynamique

Les formes dynamiques sont représentées par goersée temporelle d’observations, i.e.

un signal. Cette représentation décrit les formesanhiques par des trajectoires
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multidimensionnelles dans I'espace de représentatia classification statigue des formes

dynamiques ne se base généralement pas sur lariiénile leurs indications ponctuelles mais

sur la similarité de leurs structures temporell@ans bien des cas réels, les informations

concernant les données ne sont pas retenues posivedeurs a un instant donné, mais pour

leurs valeurs durant une période donnée. L'ordagridée des informations et leur évolution

historique sont donc des informations importantesit comme pour les formes statiques, les

formes dynamiques peuvent étre décrites par différeparameétres informatifs influencant

leur classification.

Sur la figure 1.4, une représentation de plusidammes dynamiques différentes est faite

en fonction du temps.

A 4

t=0

=0
B C D
E .
=100

Figure 1.4. Formes dynamiques (A-H) dans I'espacesprésentation en 2 dimensions

(Angstenberger, 2000). Cet espace est constit@pd@ametres autres que le temps. La

représentation temporelle est réalisée par la posites 't=0" et 't=100" dans I'espace.

Plusieurs points de vue peuvent étre considéresgistinguer ou regrouper les formes de

la figure 1.4. On peut dire que deux formes dynamesgfont partie de la méme classe en se

basant sur plusieurs critéres de similarité comareegemple :

* la méme orientation, dans ce cas pour la figuraedéuk classes sont obtenues {A, B,
C,D}et{E, F, G, H},
» une allure ou structure trés proche, dans ce oasdiasses peuvent étre obtenues {A,
C}, {B, D, E, G} et {F, H},
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* un emplacement similaire dans I'espace de repré$enti.e. une proximité forte, les
classes sont alors {A, B}, {C, D}, {E, F} et {G, H}

* une combinaison de plusieurs similarités parmiesailéja énoncées.

Ces similarités considerent a la fois le tempsstithique des informations et les positions
des formes dans I'espace de représentation. Eridande la précision souhaitée dans la
classification, il est possible de considérer geexdiormes sont différentes seulement si elles
ont la méme structure, localisation ou orientatians I'espace de représentation.

Pour réaliser la classification de ces formes thigaes, ce ne sont donc généralement pas
des parametres statistiques qui les décrivent, degigparametres structurels connectés les uns
aux autres. Ces parametres structurels sont obtemusutilisant une technique de
segmentation, qui va diviser chaque signal en gmrteprésentatives. La méthode de
segmentation devra trouver les points de rupturactéristiques des parties informatives de
chaque signal. Ces parties représentatives somtiéggpdes épisodes ; elles vont permettre
d’obtenir une représentation simplifiee d’'un sigrdant la structure, c'est-a-dire les liaisons
entre les parties, va étre conservée. Chacun dépiesdes sera ensuite assimilé a une forme
approximant au mieux la partie du signal lui cqpexlant. On appelle primitive la ou les
formes représentant un épisode. Chaque signal nalefnent étre représenté par une
signature, i.e. une structure caractéristique., Pign souvent, cette signature va étre analysée
comme une chaine de caracteres dont la syntaxteevai@ilaire pour les formes dynamiques
de la méme classe. La similitude dans la syntakedéssgnée par une grammaire définie par
la méthode de classification.

Dans le chapitre 3, une méthode est proposéetrmtar le probleme de classification des
formes dynamiques. Dans certains cas, nous veggakment qu’il peut étre intéressant
d’utiliser a la fois des caractéristiques statistis) et structurelles pour améliorer le taux de
classification. Ce type de méthode appelé, méthootée, sera également présenté dans le

chapitre 3.

Dans la partie suivante, le dernier type de reamsance des formes est présenté. Il s'agit

du cas ou les formes et les classes sont dynamiques
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1.1.5. Reconnaissance dynamique des formes dynamasu

Ce dernier cas de classification correspond au dess formes dynamiques dont les
caractéristiques évoluent avec le temps. La streactiune forme dynamique va donc changer
progressivement ou brutalement. Ce changement de&téestiques va mener ces formes
dynamiques a changer de classe au cours du terapstructure d’'un signal pourra étre la

méme durant une certaine période, i.e. elle perégseer, puis évoluer (Figure 1.5).
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Figure 1.5. Changements de classe progressifs ladiorme dynamiquexxet changement de

classe brutal pourx

La mesure de similarité utilisée pour les formedalfigure 1.5 considére la structure de
chaque forme uniquement. Les deux formes dynamiquesa méme structure avaix20,
elles font donc partie de la méme classe (ClassePuis les deux formes dynamiques
changent de classe suite a un changement de keuctuses. En effet, sur la figure 1.5 on
peut voir un changement de la fréquence de chagoel s partir dé=20. La formex, passe
par une phase transitoire (Classe 2) entre leantsti et t, pour ensuite obtenume structure
correspondant a celle de la classe 3. A I'invem# gy, le changement de classe est brutal a
(Classe 3). Dans ce cas de classification, la ndétkhle RdF va devoir détecter un changement
dans la structure des formes. Ce changement pewespondre a une détérioration
progressive ou brutale du fonctionnement d'un systeLa méthode de classification
dynamique doit donc dans ce cas détecter que cgyeiment ne fait pas partie de la structure
normale d'un signal, mais qu'il y a une évolutiom slysteme. Ce type de probleme est
fréquent dans le domaine médical avec le suiviitiérdntes données concernant les patients,
ou dans le domaine industriel avec le suivi dedalitg de production ou chaque systeme est

amené a avoir des changements dans ces modes ad®rioement, qu’ils soient connus
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initialement ou non. Généralement, les méthodeamigues de RdF traitent ce probleme de
classification des formes dynamiques qui changemtalement ou progressivement en
analysant I'évolution de leur structure. En effats de I'obtention des signatures décrivant ces
formes dynamiques, un changement doit apparajiegtaét de I'apparition d'une évolution.
Dans la partie suivante, la problématique instaupée les systémes évolutifs est
développée et des solutions sont proposées. Ruisledcription de plusieurs méthodes

existantes de reconnaissance dynamique des foshesaéisée.

1.2. Reconnaissance des formes dans un environnerndynamique

1.2.1. Définitions et objectifs

Les systémes évolutifs ont des modes de fonctioenewui peuvent passer au cours du
temps d’un mode normal & un autre mode normal wurdode défaillant. La prise en compte
du temps et de l'ordre d’arrivée des observatiarg gles informations importantes dans le
suivi de ces systemes. Elles permettent de suavpedgression des évolutions des modes de
fonctionnement en fonction du temps. Plusieurs gbarents dans les conditions du systeme,
tels qu’une fuite, 'usure d’un outil, ou un mawaéglage, peuvent mener le systéme vers un
mode défaillant. Les classes peuvent évoluer pssgrement ou brutalement vers une
nouvelle position de I'espace de représentationfoantion des parametres du systeme qui
évoluent dans le temps. Quand une classe évoluel'dapace de représentation, par exemple
en cas de déplacement, rotation, fusion ou scist@ométhode de RdF doit considérer les
nouvelles informations avec plus d’'importance geg anciennes puisqu'elles apportent les
observations les plus récentes et donc pertinecoesernant un systeme. Il est alors
important d’oublier les informations qui ne sonaplreprésentatives. Ainsi, chaque fonction
d’appartenance d’une classe doit étre adaptéerstida de ses changements temporels. Cela
nécessite un classifieur adaptatif avec un mécandajustement de ses parameétres. Parmi
les nouvelles formes, certaines peuvent renforiceorirmer I'information contenue dans les
données déja classifiees tandis que d'autres pewapgorter des nouvelles informations
(création, déplacement, fusion de classes, eteg.nmouvelles informations peuvent concerner
un changement dans les conditions d’'opération dytsteme, le développement d’'une faute
ou simplement des changements significatifs dadgriamique du systeme.

Le suivi et 'adaptation des classes suite a léurdutions permettent de bien estimer les
nouvelles caractéristiques des classes. De ce uaé, meilleure estimation du mode de

fonctionnement actuel peut étre réalisée, évitanndl classer les nouvelles formes. En effet,
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I'estimation des caractéristiques d'une classe Uespace de représentation, correspond a
I'estimation d'un mode de fonctionnement. Pluscl@sactéristigues d'une classe sont donc
précises, plus le mode de fonctionnement correspoacte qui se passe réellement sur un
systeme. Pour faire cette adaptation plus précese ahractéristiques des classes, leurs
fonctions d'appartenance doivent étre mises a joarpartie suivante décrit le principe de

mise a jour des fonctions d'appartenance des slasse

1.2.2. Principe d'adaptation des parametres du clagieur

Le principe général des méthodes de reconnaissahgegmique des formes
(Angstenberger, 2000) (Cohen, 2004) (Last, 2003k(deizadeh, 1997) est d’observer le
changement dans les propriétés statistiques desesladans le but de décider dans quel état le
systeme se trouve : stable, en alerte ou en adfies.états correspondent respectivement a
aucun changement, a un changement graduel ou Bamgement abrupt. Ainsi, les fonctions
d’appartenance du classifieur devront rester résecent inchangées, légerement adaptées
ou complétement changées en se basant sur lesedodad’évolution. Le taux d’erreur de
classification est une des propriétés les plus rebes pour percevoir ces changements.
Lorsqu’il est utilisé, les données sont diviséesddférents groupes et leur vraie classe est
connue a I'avance, de telle facon que le taux elarde classification soit facile a calculer. Si
ce taux augmente significativement apres la classibn de certaines formes, alors le
systéme se situe dans le mode action et les paesnméu classifieur doivent étre
complétement recalculés.

Dans la littérature, les fonctions d’appartenarm® sidaptées en agissant directement sur
les parametres du classifieur, en substituant owjeatant certaines formes récentes et
représentatives a I'ensemble d’apprentissage ettifonde I'état (stable, alerte, action) dans
lequel le systéme se trouve (Angelov, 2004a) (Aergstrger, 2000) (Nakhaeizadeh, 1997)
(Tong, 2001). Cette adaptation est basée sur leldotlonnées le plus récent sélectionnée
par l'utilisation :

« d'une fenétre glissante, de taille fixe ou varigbj@ permet de réduire ou limiter la
taille grandissante de la base de données en aotejgiulement les formes les plus
récentes (Nakhaeizadeh, 1997) (Widmer, 1996). lle e la fenétre glissante doit
étre bien choisie pour obtenir un compromis entre adaptation rapide et un nombre
suffisant de formes représentatives,

» d'un nombre fixe de formes sélectionnées en fonctle leur age et de leur utilité

(Gibb, 1994). L'age d'une forme ne peut pas étreeld critere de sélection d'une
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forme puisque certaines formes récentes peuvenabarrantes, peuvent correspondre
a du bruit, etc. L'utilité d'une forme peut étrdimié par le changement auquel elle
correspond sur le systeme. Par exemple, si un gam@rdu systeme évolue de facon
importante suite a un changement de caractéristtquesysteme, le déplacement
réalisé par les formes pour ce parametre corresgoi@mpleur de ['évolution.
Néanmoins, il est difficile d’estimer I'utilité ddsrmes,

» d'un facteur d'oubli sur les formes les moins daratiques du fonctionnement d'un
systéme. Ce facteur d'oubli peut étre a taux conhsia variable. Chaque forme
classée dont I'utilité est faible, voit son impade, ou sa valeur d'appartenance a une

classe multipliée par un coefficient compris eft(gorme pouvant étre oubliée) et 1.

Certaines méthodes adaptent les parameétres deldssifieur mais également la structure
de leur classifieur, ce sont les réseaux de neasr@velutifs (Amadou Boubacar, 2006)
(Angelov, 2004a) (Cohen, 2005) (Lecoeuche, 200@&ns (Angelov 2004a), la méthode
evolving Takagi-Sugeno (eTS) est développée paour tempte des évolutions des données.
Dans eTS, une fonction potentielle basée sur lamtie entre les formes est définie pour les
nouvelles formes. Le potentiel du premier pointastsidérée comme égal a un. Il établit le
premier neurone (ou la premiere régle) qui estidéns comme le prototype (ou centre) de la
premiére classe. Puis, les nouvelles données peavein un potentiel proche de ce neurone
ou supérieur a celui-ci. Elles peuvent alors rezdoou confirmer les informations contenues
dans les neurones précédemment appris. Si la festnglus informative que celle qui a servi
a établir le prototype, alors un nouveau neuromenfelle regle) est ajouté. Dans (Amadou
Boubacar, 2006) (Lecoeuche, 2003), le réseau deomewest basé sur une modélisation
Gaussienne multiprototype de classes non conveba@donction d’activation de chaque
neurone caché détermine le degré d’appartenanoe dhiservation a un prototype de classe.
Lors de l'initialisation de la méthode, la premiéoeme permet de créer le premier prototype
qui constitue la premiére classe. Le prototypecasiactérisé par son centre et sa matrice de
covariance initiale. Puis, en fonction des valallappartenance des nouvelles acquisitions, le
prototype (le neurone caché) peut étre adaptéir&iou un nouveau prototype peut étre crée.

De nombreuses approches différentes sont encoedop@ées pour suivre au mieux les
changements des systéemes évolutifs. On peut citex autres les travaux de (Geetha, 2010)
(Gil-Garcia, 2010) (llarri, 2008) (Nezhad, 2010)af¥y, 2010) (Bifet, 2009) (Sahel, 2007) et

(Gama, 2006). Plusieurs approches parmi cellesrinsdécrites dans les parties suivantes.
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La figure 1.6 présente la structure typique quet p@oir une méthode de classification

dynamique.

Ensemble

d’apprentissage

e

/" Phase statique :

[ Prétraitement]

A4

Espace de représentation

[ Classifieur initial ]

Phase dynamique :

’
1

[ Surveillance du systéme]<— Nouvelles
observations

A 4
[ Mise a jour du classifieur et adaptation des cm%se

__________________________________________________________________________________

[ Résultats de classification]

Figure 1.6. Principe d’'une méthode de classificatitynamique.

Dans la partie suivante, plusieurs méthodes dereissance dynamique des formes sont

présentées.

1.2.3. Méthodes de reconnaissance dynamique desnas

Plusieurs méthodes de reconnaissance des formé&séotéveloppées pour intégrer au fur
et a mesure les informations des nouvelles fornaes deur classifieur. Plusieurs types de
mise a jour peuvent étre réalisés, soit :

» par lot de données, dans ce cas la classificaibargtée, le classifieur est mis a jour

hors ligne en utilisant ces données, puis la dlaaibn peut recommencer,

» de facon incrémentale pour ajouter en ligne, chagoavelle information au

classifieur.

Les méthodes dont le fonctionnement se fait hignse| n'ont pas pour vocation d'étre

utilisées sur des systemes évolutifs évoluant ertima Dans ce cas on utilise plutot les
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méthodes de classification dont le classifieuragstialisé incrementalement. Ces méthodes
permettent de mettre a jour en ligne, les fonctidieppartenance des classes aprés la
classification d'une ou de plusieurs formes. Emrtefthaque nouvelle forme apporte son lot
d’'information a propos des caractéristiques dessels et donc des modes de fonctionnement
d'un systeme. Le probleme de ces méthodes estlepi’'ek permettent pas de suivre les
évolutions des formes et des classes dynamiquesff&n ces méthodes dites incrémentales
ne réalisent pas l'oubli des formes non-représgagaet les nouvelles formes ne sont pas
considérées avec plus de représentativité quantasraes. Elles ne peuvent donc pas prendre
en considération la notion de dérive des formesdest classes. Parmi les méthodes
incrémentales on peut citer les méthodes Learn+yor{&, 2003), SVM Incrémentale
(ISVM) (Cauwenberghs, 2000), Clustering and Classtiion Algorithm-Supervised (CCA-S)
(Ye, 2002), K-PPV Incrémentale (IKNN) (Zhou, 200ERPM Incrémentale (IFPM) (Sayed
Mouchaweh, 2002), arbre de Hoeffding incrémentaldécision tres rapide (VFDT)
(Domingos, 2000) etc. Ces méthodes ont été apm@guet évaluées sur différentes
applications.

Pour parfaire ces méthodes et les rendre comesatihlec les systémes évolutifs, plusieurs
méthodes de classification dynamiques ont été dppékes. Comme il a été dit
précédemment, ces meéthodes tiennent compte du .tdmaps utilisation en ligne permet
d’intégrer les nouvelles données (apprentissagetaiifx aprés les avoir sélectionnées de
différentes manieres (fenétre glissante, indiceegeésentativité, lot de données, etc.). Puis,
I'adaptation du classifieur est réalisée afin dieet au mieux les nouvelles caractéristiques
des classes. Les méthodes de classification dym@mitijlisent différents paramétres (noyau,
seuils, mesures, etc.) et différentes données ifbinaumeérique, etc.), c'est pourquoi il est
intéressant d’utiliser et donc de développer difées méthodes afin d'obtenir celle donnant
les meilleurs résultats pour un probléme particulie

Dans les parties suivantes nous nous intéressophisieurs types de méthodes de
classification dynamique des formes statigues etisnalétaillons leur principe de

fonctionnement ainsi que leurs avantages et incuanés.

1.2.3.a. Réseaux de neurones

Les réseaux de neuronssnt des méthodes connexionnistes dont la struesirerganisée
en différentes couches reliées les unes aux autseesont basés sur une représentation
mathématique (statistique) simplifiée des neurdmel®giques ; on parle alors de I'utilisation

de neurones formels. Les réseaux de neurones possade couche d’entrées, une ou
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plusieurs couches cachées et une couche de sbatieouche d’entrées correspond aux
vecteurs formes de l'espace de représentation.oualds) couche cachée comprend les
prototypes des classes. La couche de sortie définibmbre de classes connues et permet de
connaitre le degré d'appartenance d’'une observatiame classe. Pour chaque nouvelle
observation présentée a I'entrée d’'un réseau denes, les degrés d’appartenance de cette
observation sont évalués par rapport aux différentéotypes des classes. A la suite de la
phase dapprentissage, le réseau dispose d'un blesediobservations classées, et
d’observations écartées par ambiguité. Plusieursiores incrémentales des réseaux de
neurones ont été développées : evolving Neural drtieNN) (Angelov 2004b), Similarity
MAPping (SIMAP) (Medina, 2009), General Fuzzy MinakiNeural Network (GFMMNN)
(Gabrys, 2000), fuzzy Adaptive Resonance Theory BIMRTMAP) (Grossberg, 1988), etc.
Ces réseaux ont une structure évolutive, c'estea-glie leur nombre de neurones et de
connexions change en utilisant les nouvelles in&tions. Avant de détailler plusieurs
réseaux de neurones dynamiques, nous allons coremerer détailler la structure
incrémentale utilisée dans SIMAP.

Dans l'architecture de SIMAP, le but est de troudes liaisons entre les entrées (les
formesx) et les sorties (les classgklors de la phase d’apprentissage et égalementota
phase de classification. Ces liaisons sont réaliad&ide de I'estimation des poids reliant les
formes aux prototypes des classes. Chaque protafypartient a une seule classe. Les poids
des connexions sont estimés a l'aide de mesuresirdgarité et de plusieurs cycles
d’optimisation des parametres. Tous les élémentsedméme classe doivent avoir un niveau
significatif de similarité. Pour ce faire, une farast assignée a une classe en fonction de sa
similarité par rapport a I'ensemble des prototypes classes. Cette mesure de similarité peut
engendrer la création d’'une nouvelle classe etrdmdjssement du réseau avec l'ajout d'un
prototype de classe si ceux existants ne sont yffisasnment adaptés a la nouvelle forme.
Dans la phase d’apprentissage, on vérifie la lraigotre le prototype correspondant a une
donnée et chaque classe. Si la connexion exigheoketype et la classe sont actualisés en
utilisant la nouvelle donnée ; sinon on ajusteileau de la mesure de similarité et on génere
un nouveau prototype. Ce prototype peut alors afrgerune nouvelle classe. Dans la phase
d’optimisation des parameétres, chaque forme essétaen utilisant les valeurs de similarité
des prototypes, les poids et les connexions desheswcachées. Les résultats de classification
dépendent également du type de fonction d’appartenaitilisé (rectangulaire, gaussien,
trapézoidal, etc.). Dans SIMAP, les nouvelles imfations sont intégrées en ligne, de méme

que I'évolution des poids. Ces mises a jour pemnettd’améliorer les fonctions
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d’appartenance des classes mais aucune adaptasoclasses n'est réalisée pour traiter les
cas de déplacement, fusion, scission, etc. C'esrqooi les réseaux de neurones eTS
amelioré, OLIN et AUDyC qui vont étre détaillés apient une ameélioration aux réseaux de

neurones concernant la classification dynamique.

evolving Takaqgi-Sugeno (eTS) amélioré :

(Lughofer, 2009) propose une amélioration de lahodd eTS initialement développée par
(Angelov, 2004a). Pour surveiller la détection de®lutions, les auteurs utilisent deux
indicateurs, I'dge des classes et des régles @iels ples connexions), et leur utilité au cours
du temps. Le premier indicateur suit I'arrivée d@snes dans les classes existantes. Si une
nouvelle forme est classée dans une classe, aattérk est mise a jour. Les autres classes
n'ayant pas recu la nouvelle forme ont leur ageaguigmente progressivement. L'age d’'une
classe correspond au temps accumulé depuis lagéderdonnée recue par cette classe. Pour
suivre I'évolution de cet indicateur, son gradiehta dérivée seconde sont observés en ligne.
Un changement de pente égal a un seuil définiadois indiquer un changement important de
I'age des classes. Le second indicateur est d&fimime ['utilité accumulée des regles floues
depuis leur création. Elle est calculée par comganade chaque regle envers I'ensemble des
regles floues. En fonction de la valeur de la d@&@ipremiére de cet indicateur, (Lughofer,
2009) détecte qu'une évolution de classe est enscou que cette classe (ou I'un de ses
prototypes) est devenue obsoléte.

Suite au suivi de ces détections, (Lughofer, 2068)ise I'adaptation des classes par une
approche d'oubli progressif. Cette adaptation éatisée en fonction de la valeur des deux
indicateurs d’évolution utilisés par la méthodde Flermet de réaliser le suivi d'une classe au
cours du temps et de mieux estimer les caractfuisti actuelles de cette derniere. Le
probleme de la méthode vient de la définition dasmetres du facteur d’oubli et des seuils

de validation des évolutions.

On-Line Information Network (OLIN) :
La méthode OLIN (Last, 2002) se base sur l'utiimatd’'un réseau de neurones

comportant autant de couches gu'’il y a d’'attriliass I'espace de représentation. Elle permet
d’optimiser le nombre d’attributs a utiliser airgpie la structure générale du réseau et des
données conservées. Le systéme répéte initialesnoanbptimisation en utilisant les données
de 'ensemble d’apprentissage. Il adapte dynamigueta taille de la fenétre d’apprentissage
et la fréequence de reconstruction du réseau ertidonde I'importance des évolutions. Pour

ce faire le systéme est composé de trois modules :
38



- le module d’apprentissage qui permet de constiniti@lement le réseau de neurones
et de le mettre a jour,

- le module de classification qui utilise le réseaumurones actuel pour classer les
nouvelles données,

- le module de méta-apprentissage, i.e. module déatiain, qui contrble les opérations
réalisées par le module d’apprentissage.

C’est ce dernier module de validation qui permgalément la sélection des données
informatives sur I'évolution. Il étudie les donné#apprentissage, les attributs sélectionnés,
I'entropie des données, etc., pour mettre a jourilée de la fenétre d’apprentissage et le
nombre de données a sélectionner pour valider umevefle classe (ou un nouveau
prototype). La taille de la fenétre est définidiaidement par une taille minimale. Le modele
actuel d’'une classe est conservé tant qu’il n'yaa @'évolution. Si aucune évolution n’est
détectée, la taille de la fenétre de sélection dimsnées d’évolution est augmentée. A
I'inverse si une évolution est détectée la fenéseréduite. La détection d’'une évolution se
fait en fonction de la difference maximale enterréur de classification obtenue lors de la
phase d’apprentissage et I'erreur de validationutéé en ligne a partir de 'approximation de
la distribution binomiale des données. La méthodemet ainsi I'adaptation de la classe
actuelle des observations en tenant compte destéwdd. Le probleme de la méthode OLIN
vient de la taille de la fenétre qui peut vite devemportante. (Last, 2002) préconise de
limiter cette taille de fenétre puisqu’elle influenégalement beaucoup le temps de calcul

pour la classification d’'une forme.

Auto-Adaptive & Dynamical Clustering (AUDyC) :
Cette méthode, développée par (Lurette, 2003) pta@ou Boubacar, 2005b), est basée

sur un réseau de neurones structuré en trois ceuchestructure d’AUDyYC correspond a une
organisation multiprototype permettant de carastéries classes de formes complexes a
I'aide d'un ensemble de sous-classes gaussienesoliche d’entrée d’AUDyC représente
les observations de I'espace de représentationratién de I'ensemble des attributs utilisés.
La couche cachée représente les prototypes deseslasla couche de sortie correspond aux
classes connues. Ces deux couches sont évolutiveveau de leurs connexions et de leur
nombre de neurones. La couche cachée est entiereorerectée a la couche d’entrée a l'aide
d’arcs pondérés. L'utilisation des poids en fonttie chacune des dimensions de I'espace de

représentation permet d’obtenir un prototype pduagcoe neurong de la couche cachée.
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Dans la couche cachée, on appelle fonction d'aaiwvad'un neuronej la fonction

d’'appartenanceu; correspondant au prototypele choix de cette fonction d’appartenance
est libre. AUDyC integre une fonction d’apparterergaussienne utilisant la distance de
Mahalanobis. La couche de sortie est reliée a el cachée afin associer les prototypes
existants aux classes connues. Ces liaisons satité®s a l'aide de valeurs binaires

déterminant ou non I'appartenance d’un prototype&classe.

Initialement la méthode commence par apprendrepuamiere observation pour créer le
premier prototype et la premiere classe. Il estsat@cessaire de définir la valeur initiale de
I'écart type de la classe par rapport a chaque msioa. Puis, les autres formes sont apprises
et les valeurs des poids sont affinées.

Dans la phase de classification, le degré d’appanee d’'une forme& aux classes et aux

prototypes est comparé a deux seuils, et y... K., représente le seuil minimum
d’appartenance d’'une forme a une classg/gf est le seuil minimal d’appartenance a un
prototype. Chague nouvelle forme est classée sglswaleurs d’appartenance. Soit :
- la forme est proche d'un prototype existant(X) =y, ), une mise a jour du
prototype est réalisée (Figure 1.7.a),
- la forme est proche d'une classe connue mais ssuwval'appartenance est faible
(Ui < H(X) < U..)- Dans ce cas, un nouveau prototype est créer@=igi.b),
- la forme est loin des classes connugéxj < /..., ), ce qui engendre la création d’'une

classe et de son premier prototype (Figure 1.7.c).
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Figure 1.7. Classification d'une forme par AUDyQ(ette, 2003).
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Si des prototypes d’'une méme classe ont des forsctiappartenance qui se chevauchent
et si un certain nombre de points apparaissent ckties zone d’ambiguité, les prototypes des
classes sont fusionnés. Si une nouvelle forme né gtee classée en fonction d’'une valeur
d’appartenance ambigué entre plusieurs classesedllplacée dans un ensemble d’ambiguité
qui sera analysé par la suite pour vérifier I'évelie fusion entre deux classes. Cette
vérification se fait en fonction du nombre de fosmranmbigués pouvant apparaitre entre deux
classes. AUDyC permet également ['élimination ddasses et des prototypes peu
représentatifs a l'aide d’'un critere de cardinalithhe étape de scission des classes a été
ajoutée a la méthode par (Amadou Boubacar, 2006 efdiviser une classe en deux lorsque
c’'est nécessaire. Cette étape utilise la mesuré-isleer pour mesurer la proximité des
prototypes. La scission a lieu si deux prototypeisume mesure les séparant supérieure a un
seuil donné.

Cette méthode permet I'adaptation des classes as clu temps. Elle intégre plusieurs
mécanismes afin de tenir compte de I'évolution dasctéristiques des classes évolutives.
Cependant, de nombreux parameétres doivent étreisi@our utiliser la méthode et plusieurs
d’entre eux ont une importance majeure dans sedtats Ces parametres sont entre autres
les seuils d’appartenance minimum et maximum a@ssels et aux prototypes, la valeur
initiale de la matrice de covariance des prototypes seuils de fusion et de scission et les

parametres de robustegseuil d’'ambiguité, seuil de cardinalité).

Parmi les autres réseaux de neurones ayant dexitésp d’adaptation des classes
évolutives, on peut citer les méthodes Cluster Qiste and Labeling (CDL) (Eltoft, 1998),
Fuzzy Min-Max Clustering (FMMC) (Simpson, 1993), diving Self-Organizing Map
(ESOM) (Deng, 2003), etc. Cependant, la plupateteméthodes conservent 'ensemble des

données dans I'espace de représentation.

1.2.3.b. Méthodes a noyau

Les meéthodes d’apprentissage a noyaunt des méthodes non paramétriques qui
permettent de modéliser des formes complexes drasant sur la théorie d’apprentissage
statistique sana priori sur la distribution de données. Elles se basansminimisation des
erreurs de Vapnik (risque empiriqgue) mais aussiesghoix de modeles simples et adaptés a
différentes types de classes. Les méthodes a nowdaxitissent a un probleme de

minimisation convexe, sous forme duale ou le ptus/ent quadratique dont la résolution est
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rapide. Parmi les noyaux généralement utilisés eut giter le noyau gaussien, le noyau
d’ondelette, le noyau polynomial, etc.

Pour commencer, nous allons expliquer le princige méthodes a noyau les plus utilisées
actuellement : les Séparateurs a Vaste Marge (S\BWM est une méthode fortement
développée dans la littérature (Vapnik, 1995) (@ajq005) (Suykens, 1999) (Ruping, 2001)
(Dufrenois, 2009) qui est adaptée a la classificagn ligne. De nombreuses versions de
SVM existent afin de s’adapter a toutes sortesrdbl@mes en utilisant différents parametres
et optimisations. On peut citer les SVM linéairdant les vecteurs de supports permettent de
discriminer les classes en définissant une fromtabe décision linéaire (Figure 1.8) et les
SVM non linéaires adaptés aux classes dont la aéparne peut pas étre linéaire sans

transformation de I'espace de représentation (BASER).

Figure 1.8. Frontiére de décision linéaire obtemae la méthode SVM. Les vecteurs de
support, utilisés pour la détermination des frorg®de décision, sont représentés entourés

d’'un cercle.

Les SVM sont des méthodes supervisées qui peiprdttanitialement de prendre une
décision binaire, c'est-a-dire de réaliser la diassion d’une forme dans un espace de
décision composé de deux classes au maximum. Capemles versions multi-classes ont été
développées afin de considérer les cas plus complermprenant plus de deux classes.
Lorsque plusieurs classes sont présentes, le pneblie classification est sous-traité par
plusieurs SVM. Il existe la stratégie « un conwast» (Guermeur, 2002) (Borer, 2003) ou
I'on construit autant de SVM qu’il y a de classem;cherche alors a distinguer les données
d’une classe de celles de toutes les autres clddsesautre stratégie appelée « un contre un »
(Salomon, 2001) consiste a construire autant de UMy a de paires de classes.
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Pour classifier les formes, les méthodes SVM diart I'hyperplan, i.e. la frontiere de
décision, qui maximise la distance entre les poii¢s chaque classe. Dans la phase
d’apprentissage, la méthode SVM calcule une fondtiqui lie chaque point de 'ensemble
d’apprentissage a une classe. Cette fondtidéfinit 'hyperplan séparateur. L’hyperplan est
basé sur un certain nombre de points caractérestige la séparation des classes, les vecteurs
de supports. Le nombre et le choix des vecteursuggorts sont estimés en minimisant le
critere d’'optimisation des parametres. L'optimisati des parametres passe par une
formulation duale du probleme, généralement pluspke a traiter. A partir de cette
formulation, les coefficients d’optimisation (mulicateurs de Lagrange) sont obtenus par
minimisation d’'une fonction objective quadratiqugette phase d’optimisation est réalisée
initialement dans la phase d’apprentissage pugspalut étre poursuivie en ligne. Dans le cas
non linéaire, les SVM réalisent une transformatien’espace de représentation initial en un
espace de Hilbert comprenant plus de dimensiorsstllalors nécessaire d'utiliser d’autres
types de noyau (gaussien, polynomial, etc.) poterobune frontiere de décision non linéaire
par rapport a I'espace initial mais linéaire pagp@rt au nouvel espace.

Cette mise en ceuvre permet aux SVM d’étre plusstedds que certaines méthodes de
classification aux problemes de dimensionnalitdecbruit. Il peut étre reproché a la méthode
SVM de reposer uniquement sur des vecteurs de sufglomnées existantes) pour chercher a
séparer les classes. De méme, la complexité ddsoded SVM est importante et le choix de
leurs paramétres initiaux (dont le noyau) est diffi et change completement les résultats.

Apres avoir défini le principe général des SVMusallons maintenant détailler une
version améliorée de SVM et la méthode SAKM quitst®s méthodes a noyau permettant de

suivre les évolutions des classes.

Version dynamique des Séparateurs a Vaste MargdYSV

Dans cette partie, nous nous intéressons a la o&t8¥M proposée par (Boukharouba,
2008), mettant a jour les parametres du classifues caractéristiqgues des classes. Cette
version de SVM est utilisée afin d’améliorer laiddfon de la séparation des classes en
intégrant les nouvelles informations et en suppnimas plus anciennes. Les vecteurs de
supports initiaux de cette méthode sont obtenuka deéme maniere que pour la méthode
SVM statique. Cette méthode satisfait les conditide Karush Kuhn et Tucker (KKT) qui
permettent d’obtenir trois types de données : &eteurs de supports, les formes situées dans
la classe a l'intérieur de la zone délimitée pawvkcteurs de supports, et les formes situées en

dehors de cette zone. Quand une nouvelle donnébsesinible, elle correspond a un de ces
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trois types. Si une nouvelle forme est classée dmrmone délimitée par les vecteurs de
supports, alors la forme est bien classée maisnatitangement dans les vecteurs de supports
ou dans la frontiere de décision n’est nécessAirginverse, si la nouvelle donnée est un
vecteur de support ou une forme située en dehota deasse, i.e. hors de la zone délimitée
par les vecteurs de support, elle est utilisée pmitre a jour le modele actuel du classifieur.
Durant cette mise a jour, les anciennes donnéenttdurs poids diminués. Si le poids d'un
vecteur de support atteint la valeur zéro, celuiest plus considéré comme un vecteur de
support. Lors de cette mise a jour, il est nécesshie supprimer des anciennes données. Le
nombre de données a supprimer est déterminé exgrédiament a l'initiation de la méthode
en fonction de la dynamique des données. Plus desébs évoluent rapidement, plus le
nombre de données a supprimer est important p@ungeh les caractéristiques d'une classe.
(Boukharouba, 2008) a proposé des mecanismes denfwt d’élimination afin
d’améliorer I'estimation des classes. La fusion @détectée quand un nombre de données
ambiglies est présent entre plusieurs classes.dearss :
* la classe possédant le plus de données parmidesesl a fusionner est entierement
conservée,
» les formes des autres classes sont suppriméexcepton de leurs vecteurs de
supports qui sont conserves,
» les vecteurs de supports conservés sont clasggs wm comme des nouvelles formes
de la classe possédant le plus de données.
Ainsi, la classe la plus représentative de celldasionner est conservée, mais elle est
adaptée en tenant compte des formes les plus éastiques des autres classes a fusionner,
i.e. leurs vecteurs de supports. Un exemple derusalisée par cette méthode est présenté

sur la figure 1.9.

Al Al

» »

Figure 1.9. Deux classes possédant des donnéegaasbsont fusionnées.
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La procédure d’élimination des classes obsolétesiste en I'élimination des classes qui
contiennent peu de données aprés un teampissi, le suivi des classes est réalisé, la raise
jour des vecteurs de supports permet de continlbegraseparer les classes et les anciennes
formes sont supprimées. Parmi les contraintes psopr cette méthode, on peut citer la
définition du nombre de données anciennes a supprila définition des seuils pour les
données ambigules et les données obsolétes etribde mécanisme concernant la scission

d’'une classe.

Self-Adaptive Kernel Machine (SAKM) :

La méthode SAKM (Amadou Boubacar, 2005a) est bas#ela méthode SVM. Elle
integre une structure reposant sur une architectatgonale évolutive ou chaque neurone
caché correspond a un vecteur de support. La méedécompose en trois phases :

- pour chaque nouvelle donnée, une mesure de sitdilpermet de choisir la phase
d’apprentissage adaptée qui suit,

- la phase d’apprentissage peut consister en la@néditine nouvelle classe, en la mise
a jour d’'une classe connue (adaptation), ou endaih de plusieurs classes,

- puis la phase d’évaluation permet de vérifier larésentation des classes créées, de

séparer ces dernieres si nécessaire (scissioidlietider les classes obsoletes.

Elle modélise les classes de la partition dynamigm s’'appuyant sur les fonctions
d’apprentissage a noyau représentées par des hgmegans I'espace de Hilbert. Le critere
de similarité de SAKM exploite la propriété du nayehoisi. Il consiste a mesurer la distance
entre chaque nouvelle donnée et le vecteur suppqius proche pour chaque claskmns
I'espace d’Hilbert. En fonction de sa position papport a chaque classe et a leur contour, la
forme peut étre rejetée ou classée comme nouwvaifeef de la classe ou comme nouveau
vecteur de support. Une marge de tolérance estagtilors de la classification, elle permet de
tenir compte des erreurs de classification réaispar la méthode lors de la phase
d’apprentissage. C’est durant cette phase queoteset et les classes sont progressivement
apprises. Le premier vecteur de support est iaitiaint le premier point de chaque classe puis
la procédure d’adaptation permet de modifier cestergs de supports ainsi que la
représentation locale des classes. En effet, wtspast défini pour chaque forme et durant la
procédure d’adaptation de SAKM, ces poids sont aisur en utilisant la technique du
gradient stochastique. Seul un nombre maximal dteues de supports est contenu dans

chaque classe. Par conséquence, lors de la precd@dulaptation, si un nouveau vecteur de
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support est défini, le plus ancien (poids le phibl€) sera supprimé. La procédure de fusion
de SAKM est basée sur les données ambigles seatrbantre les classes. Cette procédure
consiste a sélectionner les classes qui doivembrfasr puis a réinitialiser ces classes en
utilisant I'ensemble des nouvelles données séleaées pour la fusion. La procédure de
scission de SAKM consiste a étudier de facon heqguis la proximité des groupes de formes
sur I'ensemble de la partition des données. Ceprndette procédure est jugée trop couteuse
en temps par les auteurs et elle n’est donc pésable pour les applications en ligne. La
procédure d’élimination des classes obsolétes eepmsun critére de cardinalité.

La méthode réalise ainsi le suivi des classes eti$e a jour des vecteurs de supports tout
en réalisant certains mécanismes de mise a jodtedsemble des données (élimination,
fusion). Les limites de la méthode viennent deiffcdIté a définir certains de ses nombreux

parametres (noyau, seuil de similarité, ratio drappissage, etc.).

1.2.3.c. Arbres de décision

Ces méthodes sont des algorithmes de classificgtioprennent une décision en fonction
du chemin parcouru par une nouvelle forme dansrbreaUn arbre est composé d’'une
racine, de noeuds, de branches et enfin de feuikssbranches sont les connexions reliant la
racine, les nceuds et les feuilles. Chaque nceudadhre de décision représente un test réalisé
par rapport a un attribut. Chaque branche parcoarpartir d’'un nceud correspond a une
sortie possible du test réalisé. Enfin, chaquelléeuie. chaque terminaison d’'une branche
d’'un arbre, contient I'estimation d’'une classe. Polassifier une nouvelle forme, la forme
doit parcourir un chemin passant par la racine’atbre de décision pour aller jusqu’a une
feuille. En fonction de 'arbre de décision dévegiéples tests contenus dans les nceuds et les
feuilles peuvent étre des régles de classificatlas ou moins complexes. Lors de la phase de
création d’'un arbre, les feuilles sont progressimememplacées par des nceuds. L'attribut qui
est testé a un nceud est choisi par comparaisaruddds attributs disponibles en fonction de
certaines mesures heuristiques. Parmi les diffésesbrtes d’arbres existantes (Bifet, 2009)
(Hulten, 2001), nous allons développer ici une appe dynamique basée sur l'arbre de
Hoefdding : Concept-adapting Very Fast DecisioreTi@VFDT) (Hulten, 2001).

Concept-adapting Very Fast Decision Tree (CVEDT) :

Dans (Hulten, 2001), les auteurs choisissent deldpper un arbre de Hoeffding pour
suivre les évolutions de la distribution des dosnées arbres de Hoeffding sont des arbres

de décision reposant sur le support mathématiquia dienite de Hoeffding. Cette limite
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quantifie le nombre de formes que le classifieut dpprendre afin de bien estimer certaines
statistiques et ainsi bien classifier les nouvditeses. CVFDT (Hulten, 2001) est un arbre
de décision basé sur la méthode VFDT (Domingo$)0RAvec un concept d’adaptation de sa
structure pour suivre au mieux I'évolution des das Il utilise une fenétre glissante de taille
fixe pour mettre a jour le classifieur. En effégst en fonction des données contenues dans
cette fenétre qu’'une évolution peut étre détectwmque nouvelle forme a classifier est
incluse dans la fenétre glissante et la donnédus @ncienne est supprimée. Quand une
nouvelle donnée est classée a I'aide des testsé@galour chaque nceud, ces derniers sont mis
a jour et le nombre de données liées a ces ncetidsesmenté. De la méme facon lorsque
des anciennes données sont supprimées, les ncésids des données sont décrémentés. Si
durant cette mise a jour, les données évoluertdiriecture de I'arbre doit alors changer. En
effet, 'importance qui était donnée a une brarohede sa construction, a désormais change.
Dans ce cas, un nouveau sous arbre est créé ameavel attribut le plus représentatif a sa
racine. Une fois ce sous arbre devenu plus préuis la classification des données, I'ancien
arbre est complétement remplacé par le nouveawétification de la structure de I'arbre et
de l'information fournie par chague nceud est agayseriodiguement aprés la classification
d’'un nombre de données défini. CVFDT est capableuilee les changements de distribution
des données en renouvelant sa structure en cohgrrobléme de la méthode est qu’elle ne
peut suivre qu’une seule évolution des donnéeda@daDe plus, certains parametres tels que
la période de vérification de la structure de ltartbou la taille de la fenétre doivent étre

définis initialement et ne sont pas adaptés erelign

1.2.3.d. Autres méthodes de reconnaissance dynamégdes formes
Parmi les autres méthodes de classification addlis mise a jour des classes et certaines
adaptations (fusion, scission, etc.), on peut ¢#€M Adaptative (Marsili-Libelli, 1998), la
méthode de coalescence floue adaptative dévelgmrégAngstenberger, 2000), la méthode
AddC (Guedalia, 1999), les méthodes basées sur AS@OBall, 1965), etc. Quelques unes

de ces méthodes ont leur principe expliqué dangddges qui suivent.

Fuzzy C-Means (FCM) Adaptative :

Cette méthode est basée sur la méthode FCM (Bet@8Kk) déja bien expliquée dans la
littérature. Un mécanisme a été développé afintérer en ligne les nouvelles données et
d’adapter les classes. Suite a la phase d’appsaggs(des classes et de leurs prototypes),

chaque nouvelle forme peut étre classée en calcséamaleur d’appartenance par rapport a
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chaque classe. Le mécanisme proposé par (MarbiiHLi 1998) permet de mettre a jour de
fagcon incrémentale les classes seulement quandomse umiqguement des informations
représentatives qui sont classifiees. Par exengsds, données bruitées ne devraient pas
modifier les caractéristiques d’une classe. Pola, ¢Marsili-Libelli, 1998) calcule I'entropie
d’une classe et en fonction de son évolution suigeclassification d’'une donnée, il choisi ou
non de mettre a jour les caractéristiques de kselaDans le cas ou I'évolution de I'entropie
d’'une classe ne dépasse pas une augmentationsgetola classe est adaptée. De la méme
facon, une entropie évoluant négativement, sigmjiie le partitionnement en classe devient
plus discriminatif et dans ce cas la mise a jouladd#asse est également réalisée. Suite a cette
mise a jour, un rafraichissement des données cgdeipar le classifieur est réalisé. C’est
une fenétre glissante de taille fixe qui lui perrdet limiter le nombre de données, et de
remplacer la plus ancienne par la nouvelle. En ewasit seulement les faibles évolutions
d’entropie d’'une classe, l'auteur considére seuldgnes déplacements des classes qui sont
tres progressifs. De la méme fagon aucune procédese mise en ceuvre pour la scission ou
la fusion de classe. Cependant, étant une méthate sapervisée, la méthode FCM

Adaptative permet de prendre en compte la créagomouvelles classes.

AddC :
Dans (Guedalia, 1999), I'auteur propose une apy@oon supervisée pour la classification
des données non statiques. L’approche proposéestmas

- considérer le premier point a classer comme le jgreprototype, et a classer les
nouvelles données,

- si une nouvelle donnée est trop éloignée des pretconnus un nouveau prototype
de classe est créeé,

- le prototype le plus proche d’'une nouvelle donné&t @nsidéré comme son
représentant. Chaque prototype est désigné commepie&sentant d'un certain
nombre de points. Ces points sont donc considéngsne appartenant a une méme
classe,

- aprés la classification d’'un point, le prototypei dg@ représente est mis a jour
incréementalement,

- seul un nombre maximum de prototypes est autdfisand deux prototypes sont trop
prés on les fusionne (position dans I'espace etomerde formes qu'ils représentent).
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Cette approche ressemble fortement a la méthogeCdgloyennes (MacQueen, 1967)
consistant a minimiser I'inertie intraclasse etaximiser 'inertie interclasse, seulement cette
méthode permet une approche dynamique puisque ehaquvelle donnée qui peut
potentiellement représenter une nouvelle classaliesttement traitée comme telle. Ainsi
I'approche proposée permet de détecter les évokities classes (déplacements progressifs et
brutaux) et de faire leur mise a jour. Il est cefzent important de bien définir les parametres
de la méthode (seuil de fusion, nombre de protatyorisés, etc.) pour obtenir les meilleurs

résultats.

Méthode de coalescence floue adaptative :

(Angstenberger, 2000) a développé une méthodesmpervisée floue permettant de traiter
le cas des données non statiques. Elle est basée reéthode Unsupervised Optimal Fuzzy
Clustering (UOFC) (Gath, 1989). La méthode propagése une représentation des classes
par prototype a l'aide de trois modules réalisdatsurveillance d’'un systeme, I'adaptation du
classifieur et I'adaptation des données d’apprsagis. La procédure de surveillance consiste
en l'application de plusieurs algorithmes heuristis| permettant la reconnaissance des
changements abrupts, ainsi que la fusion ou Isiscigle classes. La phase d’adaptation est
controlée par une mesure de validité qui est aglisomme un indicateur de la qualité de
I'estimation des classes. L'adaptation des classeséalisée si la mesure de validité montre
qgue leur estimation peut s’améliorer aprés adaptatbeulement il est nécessaire d’adapter
cette mesure de validité sur le partitionnemerielades classes et sur le partitionnement des
classes apres adaptation. Seul le meilleur panidment est alors conserveé. La détection des
nouvelles classes est réalisée a l'aide d'une reedardistance. En fonction de la valeur
d’appartenance d’'une forme a une classe, la foren@ sonsidérée comme potentiellement
représentative d’une nouvelle classe ou elle se#égliée a la classe connue. Dans le premier
cas, il sera nécessaire de valider les deux csigrvants pour créer une nouvelle classe :

- un nombre suffisant de points non classés dansclesses connues doit étre
disponible. Ce nombre de points minimum est déminme le nombre de points
moyen de chaque classe ou comme le nombre minimeupoohts représentant les
classes actuelles,

- les points potentiellement représentatifs de la valle classe doivent étre
suffisamment similaires. Pour ce faire, les poidtsvent valider un critére de

compacité.
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C’est en fonction de la compacité des points quadeotype d’'une classe est sélectionné.
Un seuil de compacité minimum doit ainsi étre défiitialement. La fusion des classes est
réalisée en fonction du chevauchement de ces desniéalculé a partir des valeurs
d’appartenance des formes qui sont ambigles eatne dasses. La scission des classes est
réalisée lorsque la distribution des données npdgs homogéne pour une classe. Les
évolutions progressives des données sont consglérééonction de I'évolution des valeurs
d’appartenance des données déja classées. Ensefiigie classe évolue, ses caractéristiques
vont changer et par conséquent certaines donnéat devenir plus représentatives
(déplacement dans leur sens) et d’autres deviehdroms informatives (éloignement de ces
données suite a un déplacement). Quand une éwolesd détectée, seules les formes
conservées dans une fenétre glissante sont usiliséer estimer les nouveaux centres des
classes. Une forme est supprimée de la fenétrsaglis en fonction de sa valeur de
représentativité. Cette valeur de représentatastedéfinie comme la valeur d’appartenance
maximale d’'une forme par rapport a toutes les eladsa mise a jour des formes de la fenétre
glissante est réalisée si la taille maximale asé@ride la fenétre est atteinte ou si une
évolution a été détectée.

La méthode répond a la problématique de la classifin dynamique tout en apportant une
solution non supervisée. Cependant, de nombreuamadres doivent étre définis et leur
importance est primordiale dans les résultats agsification de la méthode. De méme, dans
le cas d’'une évolution abrupte, la méthode souffue probléme de réinitialisation totale des

classes pour considérer les nouveaux prototypedateses.

1.2.4. Méthodes de reconnaissance des formes dynguds

Ces méthodes traitent le probleme de classificatas formes dynamiques, c’est a dire des
formes décrites en fonction de leur évolution démstemps. Pour cela, on commence
généralement par étudier la structure des formaardigues obtenues sur un systeme. Cette
structure peut étre obtenue par des méthodes deeségfion qui vont transformer une forme
dynamique en une représentation simplifiée apptdédance. La tendance est composée
d’épisodes, c’est a dire d'intervalles de tempxgaels on associe des formes particuliéres,
appelées primitives. Quand plusieurs primitivesilgines se succedent, ces dernieres sont
regroupées dans le méme épisode. La tendanceéatgte d'un signal est définie comme
sa signature. Les primitives d'une signature s@st principales formes caractéristiques
identifiées pour une forme dynamique. Elles sontneatées par des points de rupture,

correspondant aux instants de début et de fin gésodes, trouvés par la méthode de
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segmentation. Une fois la signature de chaque Isightenue, il est possible d’utiliser
différentes approches pour la classification demdes. On peut utiliser entre autres :
- des grammaires qui vont analyser chaque signatmene une chaine de caracteres
dont la syntaxe va étre similaire pour les formgsagniques de la méme classe,
- des automates qui vont faire passer les primifparsune suite de différents états afin
d’identifier le mode de fonctionnement d’'un systeme
- des mesures de similarité afin de quantifier laggtlance entre plusieurs signatures,

- des regles floues ou non de classification.

Les méthodes de classification des formes dynarsigaet particulierement utilisées pour
tout ce qui concerne la reconnaissance vocaleldesées medicales des patients, etc. Il est a
noter qu’elles peuvent étre particulierement effiesapour détecter des périodes transitoires
dans un signal. Par contre, elles doivent bien eoinétre appliquées au cas par cas
puisqu’elles sont dépendantes du domaine d’apjitaNous allons commencer par décrire
plusieurs méthodes de segmentation puis nous \&ewmaelques techniques permettant de
mesurer la similarité entre formes dynamiques.resdiite a ces présentations, il sera possible
de détailler différentes méthodes de classificatitisant les informations recueillies par ces

techniques sur les formes dynamiques.

1.2.4.a. Méthodes de segmentation

Parmi les méthodes de segmentation existantesewincter celles de (Héppner, 2000),
(Dash, 2001), (Hugueney, 2003), (Keogh, 2001), (kdranier, 2004) et (Calvelo, 1999). Ces
méthodes recherchent les points de rupture caistj@es des changements d’'un signal en
fonction de sa tendance, en utilisant pour la pluges seuils d’erreur de modélisation. Ces
points de rupture peuvent étre définis par intexfiah, c’est a dire qu’ils sont situés sur le
signal, ou par régression. Les points de rupturevies par régression sont définis sur ou en
dehors du signal.

Dans le cas d'une régression linéaire (Calvelo,91,96n peut utiliser la méthode des
moindres carrés qui consiste a minimiser la somesecdrrés des écarts entre les mesures et
la droite de régression. Ces méthodes peuventiéfies pour une application hors ligne ou
en ligne. Dans le cas d’'une méthode en ligne, anétfe glissante est généralement utilisée
pour seélectionner les données a segmenter. La detlde (Dijkstra, 1959) présente

I'ensemble des points du signal dans un graphe ldargemble des sommets représente les
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points de mesure. Chaque arc reliant les somniets;adire chaque lien entre les données a
un sens et un codt. La solution optimale de (Digks1959) consiste a trouver le chemin le
plus court et le moins colteux permettant ainsetgnenter le signal. Pour ce faire le graphe
est parcouru de multiples fois et le probléme ésblu en traitant progressivement les sous-
problemes. (Duda, 1973) propose une méthode hidgaire descendante qui effectue des
divisions successives jusqu’a obtenir une erreappfoximation inférieure a celle autorisée.
Une fois ce seuil atteint la méthode possede utainoenombre d’épisodes représentant le
signal complet. Dans (Koski, 1994), l'auteur ajolgs nouvelles données a une fenétre
glissante tant que I'erreur d’approximation eséiidure a une limite définie. Une fois cette
limite atteinte, I'épisode est déterminé et unevatle fenétre peut commencer. Dans (Keogh,
2001) les auteurs proposent de combiner I'apprbadrarchique ascendante et la méthode de
la fenétre glissante en une seule méthode app&tiegS/Nindow And Bottom-up (SWAB).

lIs considerent que la taille initiale de la feeéglissante doit étre définie de telle facon que
cette derniére puisse contenir au moins cing owssgments. La méthode est initialisée en
utilisant la premiere fenétre de données. Danse ciethétre la méthode ascendante est
appliguée et seul le premier segment est consBrié.la fenétre est décalée de la longueur
du premier segment trouvé et elle incorpore de eless données. Ainsi, la méthode
fonctionne en deux temps permettant un affinementadsegmentation. La difficulté de la
méthode réside dans la définition d'une bonneetalk la fenétre. Pour cela, les auteurs
deéfinissent des limites supérieures et inférieagiesaille de fenétre a ne pas dépasser. Dans
(Charbonnier, 2002), les auteurs réalisent la satatien des signaux en une succession de
fonctions linéaires affines. La méthode consiste lan détection des moments ou
I'approximation linéaire n’est plus acceptable, geand elle est supérieure a un seuil. Pour
cela, les auteurs utilisent la méthode de la soroumeulée (CUSUM) (Brown, 1975) pour
détecter les changements d’épisodes. CUSUM comaaraleur des données actuelles avec
celle du modéle actuel des écarts d’approximafoeette somme cumulée est inférieure a un
premier seuil les points sont ajoutés a I'épisanlerant, par contre si 'on dépasse ce seuil on
stocke les mesures dans un bloc de valeurs an@ng&iléa valeur atteint un deuxieme seuil
une nouvelle fonction linéaire est calculée engaiit I'estimation des moindres carrés sur les
valeurs contenues dans le bloc de valeurs anormbakesaleur du CUSUM est alors remise a
Zéro. Ainsi on peut déterminer l'intervalle de tenge chaque épisode. De plus, la gestion des
données aberrantes est prise en compte par I'dppmoposée par (Charbonnier, 2002). En
effet, en fonction d’'un nombre de données deéfimpad&ant brusquement deux seuils, la

méthode supprimera ces données ou les prendra msidémtion dans la méthode de
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segmentation. (Hoppner, 2000) propose une méthoale ld-Connected Lines (HcCL)
d’optimisation des fonctions linéaires par morcefun signal. Cette méthode part d’'un
nombre de points de ruptures défini initialemenatda position sur le signal est aléatoire.
Puis, ces points de ruptures sont reliés pour fore® differents segments qui vont étre
optimisés par la méthode. Des procédures de fuslenscission et de suppression des
segments sont alors réalisées pour diminuer I'ea&pproximation

A partir de la segmentation réalisée par ces meéthodifférents types de primitives
peuvent étre obtenus pour un signal. Ces dernsges obtenues soit a partir des dérivées
premiéres d’un signal soit a partir de ses dériy@emiéeres et secondes. Lorsque la valeur
qualitative (O pour une stabilisation, ‘+’ pour uomissance et ‘-* pour une décroissance)
d’'une dérivée change, un nouvel épisode débutee Geileur change pour une dérivée
premiere lorsqu’'un extremum est atteint et pour wdéeivée seconde lorsqu’'un point
d’inflexion est passé. Dans les paragraphes swdy#mtdérivée premiére sera notbeet la
dérivée secondddx Les primitives peuvent considérer généralementygies de structure
(Olszewsky, 2001) : constante, linéaire, expon#atisinusoidale, triangulaire et trapézoidale
(ou rectangulaire). Parmi les primitives les pltissg¢es pour la segmentation des signaux, on
peut citer :

- les primitives du ¥ ordre obtenues a partir d& En fonction de la valeur qualitative
de cette dérivée (‘+,0,-), la primitive sera pEsctivement linéairement croissante,
stable, ou décroissante,

- celles de (Cheung, 1990) qui sont au nombre des7/pdnes triangulaires (Figure
1.10.a), et qui reposent sur la valeur qualitaties dérivées premiéres et secondes
d’un signal,

- celles de (Janusz, 1991) qui en plus des 7 priestie (Cheung, 1990), ajoute deux
primitives (Figure 1.10.b) pour la détection du imaxm @x=0, ddx="-") et du
minimum @dx=0, ddx="+"),

- celles de (Colomer, 2002) qui en plus des 9 priumitiprécédemment définies ajoute 4
nouvelles primitives (Figure 1.10.c) concernantdessontinuités (ou cassures) dans le

signal lorsqueldxdevient tres importante.
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Figure 1.10. Les formes des 7 primitives de Chdahdes primitives de Janusz (b), et

I'ensemble des 13 primitives de Colomer avec laotations (b).

Le choix d’'une primitive se fait par minimisatioie I'écart d’approximation entre chaque
primitive testée et chaque épisode du signal. Quandignal est bruité ou que sa tendance
n'est pas clairement apparente, il est généraleplastefficace d'utiliser une représentation
simple a base de la dérivée premiére seulements [Banas des systéemes médicaux on se
limite souvent a une description des primitivesifwrdre correspondant plus au vocabulaire

utilisé par les médecins.

Dans la partie suivante, les signatures obtenaedegs méthodes de segmentation sont

utilisées pour caractériser la similarité entrerfes dynamiques.

1.2.4.b. Mesures de similarité entre les formes dgmiques

Afin de classifier les formes dynamiques, il estessaire de leur trouver des similarités.
Ces mesures sont généralement basées soit sumhggvps des signatures obtenues pour les
formes dynamiques soit sur la distance, calculémtppar point sur les signaux, et
éventuellement revue globalement a I'aide d’un aggér d’agrégation (minimum, maximum,

moyenne, etc.). (Das, 1997) considere que deuxe®mynamiques peuvent étre similaires,
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ou au moins en partie, en fonction des sous-ségaedentiques de ces formes. (Yazdani,
1996) part du méme principe mais il considere gelesla plus longue sous séquence
identique chez plusieurs formes permet de quantiéier similarité. Si ces sous-séquences
sont décalées et que leur échelle n'est pas la eites pourront quand méme étre
considérées comme identiques. On fait alors appisaméthodes dites de Dynamic Time
Warping (DTW) (Koegh, 2001). Dans (Joentgen, 198%) auteurs mesurent la similarité des
formes dynamiques a partir des primitives détegb@es chaque signal. Le méme nombre de
primitives doit étre considéré pour chaque sighak auteurs commencent par quantifier la
similarité entre chaque couple de primitives pdssilPuis, les signaux sont analysés et
I'ensemble des mesures de similarité est obteniin Hiagrégation de ces valeurs est réalisée
pour obtenir une valeur globale de similarité efgseformes dynamiques. Dans (Dash, 2003)
la similarité entre deux primitives est basée swgigine de leur premiére dérivée. Si leur signe
est opposé (-/'+) alors leur similarité est nallsinon une valeur de similarité leur
correspond. Les primitives sélectionnées pour catsure sont celles de (Cheung, 1990). Il
est ensuite nécessaire de faire cette mesure darg#npour I'ensemble d’un signal ou pour
certaines parties spécifiguement définies comnwnmdtives.

Lorsque des caractéristiques structurelles ne peéwpas étre obtenues directement sur un
signal on utilise les techniques du traitementigaat pour extraire des singularités et ainsi
permettre la classification des formes dynamiq&stuzik, 1995) propose une méthode
basée sur la décomposition des signaux a l'aideoddslettes afin d’observer des similarités
entre les signaux temporels. Une fois la décomiposieffectuée, I'auteur récupere des
mesures statistigues globale et locale pour quenti&d similarité. (Angstenberger, 2000)
considere que deux formes dynamiques peuvent @igadentes simplement si leur pente ou
si leur courbure est équivalente durant une pérmufisamment importante. Le nombre
d’oscillations, c'est-a-dire de changements deeside la dérivée, leurs valeurs, ou leurs
positions peuvent également étre suffisants pousumee la similarité entre formes
dynamiques (Pinquier, 2004). Si une mesure statistest réalisée en ligne sur les signaux, il
est important que cette mesure soit capable dgisesminer a n’importe quel moment, avec
bien sar un retard de détection possible. A paldirces informations, obtenues de facon
structurelle ou statistique, de nombreuses méthddesconnaissance des formes permettent

en ligne ou hors ligne, de classifier les formesayiques.
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1.2.4.c. Classification des formes dynamiques

L'utilisation des caractéristiques recueillies $es formes dynamiques peut se faire par
différents types de méthodes.

Par un ensemble d'automates :

Dans la littérature, (Koski, 1995) s’intéresse a tlassification de signaux
d’Electrocardiogrammes (ECG) a partir des primgiet a I'aide d'un ensemble d’automates
finis. Les auteurs commencent par débruiter lesasig en supprimant les hautes fréquences.
Puis, la segmentation des signaux ECG est régliséeobtenir une suite de segments. Pour
cela ils définissent une taille de fenétre initiatdls ajoutent des données a cette fenétre tant
que le segment approximant I'épisode de la feredtenférieur a une erreur d’approximation
fixée. A partir des épisodes trouvés, une primitdke premier ordre (une droite) est
déterminée pour chaque épisode, en fonction daleuv de sa pente. Les auteurs ont choisi
d’utiliser cing primitives en fonction des valeuds pente. Pour réaliser la classification, les
auteurs utilisent un ensemble d’automates finis’'dhit en fait d’'un automate fini faisant
appel a divers automates en fonction de la suiterideitives trouvée en ligne sur un signal.
Un automate est défini par un état initial et useznble de liaisons entre différents états
définis comme possibles. Dix automates sont aiééinid pour identifier chaque type de
forme caractéristique d’'un ECG. Par exemple, lésuas utilisent un automate pour trouver
les formes de type QRS (forme complexe) et un aquare trouver la forme T. Chacune de
ces formes sera identifiee a l'aide d’'un chemin pgosé de la succession de plusieurs
primitives. Ces formes peuvent étre obtenues de dis facons différentes et c’est pourquoi
les auteurs ont divisé le probleme en plusieursmaates. Les auteurs ont ainsi défini une
suite de chemins et d’états possibles, pour obtardlassification des ECG. Si 'ECG passe
par certains chemins, un probléme cardiaque esict#étLa méthode utilise seulement
guelques primitives qui semblent suffire mais el complétement dépendante du domaine
médical des ECG. Elle donne de bons résultats coackcertains types de formes (QRS)
mais elle est moins précise concernant les formetsstirtout P.

Par une grammaire :

(Rengaswamy, 1995) se base sur le formalismetgeri{Janusz, 1991) mais le développe
pour tenir compte du bruit des données. Il utiiseensemble de formes fondamentales, les
primitives, et un ensemble de régles grammaticgésifiant les différentes liaisons possibles
entre les primitives, appelé un langage. (Rengaswd®95) commence par identifier les

primitives des signatures a 'aide d’'un réseaualgone. Dans son réseau de neurone, chaque
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entrée correspond a la valeur d'un signal a unaimistionné de la fenétre d’observation.
Chaque sortie correspond a la classe, i.e. la fivenilans ce cas précis, a laquelle on affecte
la valeur recue en entrée. Seulement, afin d'iflenticette primitive, il est nécessaire
d’utiliser un nombre minimum de formes en entrée.M@mbre est un parametre difficile a
déterminer. Puis la classification est réaliséeyrsr grammaire qui spécifie quelle suite de
primitives est autorisée dans le fonctionnemensytéme. Plus I'enchainement comporte de
primitives non deésirées, plus le systeme s’éloigin@ comportement normal. Cette méthode
a 'avantage de ne pas nécessiter de filtrage deségs, ni de définition de seuils mais par
contre il faut définir la taille de la fenétre, lEmctions d’activation, le nombre de couches,
etc.

Par Dynamic Time Warping (DTW) :

La méthode de déformation temporelle dynamiqueDgnamic Time WarpingDTW)
peut également étre utilisée pour discriminer @snées et ainsi permettre leur classification.
Dans (Colomer, 2002) les auteurs combinent la no&HTW et la représentation a base de
primitives pour réaliser la classification. La madle DTW (Sakoe, 1978) est utilisée pour
aligner deux séries temporelles qui peuvent awditsles distorsions, ce qui peut étre le cas
pour un probléme de reconnaissance vocale par dgefgur cela la distance entre chaque
point de deux séquences est calculée, puis la whétBoalue les distances cumulées des
séquences pour minimiser la distorsion. (Colome02 propose une méthode n’appliquant
pas DTW sur les signaux originaux mais sur leunisogles. Ainsi le temps de calcul est
énormément réduit. Seulement, il est nécessairdéfiair des valeurs de similarité entre
I'ensemble des primitives qui peuvent étre utilgsséeour cela, I'auteur propose une matrice
de distances basée sur les caractéristiques theisiyes.

Par un arbre de décision :

Dans (Bakshi, 1994) les auteurs commencent paseeane décomposition en ondelettes
des signaux qui permet de supprimer le bruit desnéles. Puis, la décomposition en
primitives de (Cheung, 1990) est realisée sur temés dynamiques et enfin un arbre de
décision est utilisé pour réaliser la classificatides données en fonction de la mesure
d’entropie de Shannon.

Par un systéme expert :

(Vedam, 1997) propose une méthode de suivi etiagndstic par analyse de tendance
adaptative en utilisant les ondelettes. Les signagxs sont en fait projetés sur différents
niveaux deéfinis par les ondelettes. Puis, les astadilisent le réseau de neurone de

(Rengaswamy, 1995) avec des parametres différgutst identifier les primitives des
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signaux. L’auteur considére que le probleme dealdetde la fenétre d'observation des
données utilisée par la méthode de (Rengaswam) E39 supprimé puisque les ondelettes
vont tenir compte du changement de fréequence deséds. La taille de la fenétre devient
ainsi adaptative, ce qui permet de traiter lesocalsévolution d’un systéme est trés lente. Les
primitives identifiées sont ensuite utilisées comdes entrées par un systeme développé a
base des connaissances d’'un expert, pour obterladaification des signaux.

Par des méthodes tenant compte de la tendance moges données :

Plusieurs méthodes sont basées sur I'évolutioa tenidance moyenne des données. Parmi
celles-ci on peut citer Cumulative SUM control ¢h@€USUM) (Charbonnier, 2004),
Dynamic CUSUM (DCS) (Khalil, 1999), Shewart (Shetwd©39), etc. L’approche de DCS
(Khalil, 1999) utilise deux fenétres glissantedalle fixe. Chaque fenétre permet de calculer
la somme cumulée qui précede un point et cellelajguit. DCS est basée sur la somme
cumulée locale, c’est a dire proche d'un point, ciggports de vraisemblance entre deux
segments locaux estimés a chaque instant. Un rééad#tection au minimum égal a la taille
d’'une fenétre est alors obligatoire. L'approcheealéppée par (Nezhad, 2010) consiste en une
nouvelle mesure récursive qui permet de suivreoligion du systéme en se basant sur les
données connuespriori tout en tenant compte des nouvelles données. Démae facon que
pour les autres méthodes de ce type (Shewart|@iméthode utilise des limites supérieure et
inférieure pour déterminer la classe des donnéasnéthode de (Shewart, 1939) consiste a
suivre I'évolution d’'un tres petit groupe de domndgéenéralement moins de cing) ou leur
valeur moyenne. Il est alors considéré que lesuvslestatistiques d'un systéme sont
normalement distribuées. Par conséquent, des quedare de Shewart évolue par rapport a
une certaine limite, le mode du systeme est corsid@mme changé et il est nécessaire de
lancer une alarme. L'un des principaux problemescdte méthode est qu’elle réagit
seulement de fagon brutale quand une donnée pasdenite de controle.

A partir des parameétres des modéles AutoRegreddioeing Average (ARMA) ou

Exponentially Weighted Moving Average (EWMA) :

On peut également utiliser difféerents filtres tejse ceux du modele Exponentially
Weighted Moving Average (EWMA) (Roberts, 1959) outdRegressive Moving Average
(ARMA) (Box, 1970). Dans ce cas le signal est repnéé par un modele paramétrique. On
extrait des indicateurs basés sur les paramétresedenodéle. Ces indicateurs sont
généralement les coefficients du modele. PourdedeaEWMA toutes les données connaes
priori sont utilisées, y compris les plus récentes.tlhgs nécessaire de définir un facteur de

poids qui permet d’étre sensible aux dérives dtegsys de fagon plus ou moins importante.
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Ce poids est une constante qui détermine le tampdrtance que prennent les anciennes
données dans le calcul du EWMA. Afin de conservee gertaine importance pour les
données, le poids est généralement défini entreetO(®3 (Hunter, 1986). Pour le calcul du
EWMA, une fois ce poids défini et des valeurs higiees connues, il suffit de calculer les
limites supérieures et inférieures du modéle.

Dans la section suivante, de nombreuses applicati®ms méthodes de reconnaissance

dynamique des formes sont présentees.

1.2.5. Applications des méthodes de classificatiolynamique

Les méthodes de classification dynamique (Bying&@92) (Ciarapica, 2006) (Dragomir,
2008) (Muller, 2008) (Rafiq, 2004) (Wang, 2003a)eif@ouri, 2003) sont utilisées pour
résoudre de nombreux problemes réels tels quexpleation des données, la bio-
informatique, la classification de documents, llgga d’images, la reconnaissance
biométrique, la reconnaissance vocale, le diagnastiustriel, etc. Dans (Michie, 1994), un
ensemble de regles générées a partir de I'ensaltagprentissage est utilisé pour réaliser le
diagnostic des fautes des transmissions automati@be mois apres, ces régles ne sont plus
valides suite a des changements survenant dapadasietres de I'appareil. L'application de
(Angstenberger, 2000) concerne I'évaluation degugs clients pour une banque, en fonction
des changements dans leur mode de consommatioad&(a; 1999) traite le probléme de
classification de la qualité des fruits en fonctaes dégats résultant d’'un mauvais climat ou
d’autres événements extérieurs. Dans (Amadou Beubd&@906), les auteurs souhaitent
détecter et suivre I'évolution progressive des msode fonctionnement d’un régulateur
thermique en fonction de I'dge de ses composanidaetires facteurs temporels de son
environnement. Dans (Last, 2002), l'auteur cherahestimer le ratio entre le nombre de
cartes microélectroniques défectueuses et le nodwirtes de bonne qualité faisant partie
d’'un méme lot. Cette estimation est basée surdésuxs journalieres évolutives de plusieurs
facteurs matériels, des équipements et égalementadieurs humains. (Cohen, 2004) traite
les flux dynamiques de données dans le but dengtutemps d’attente des conducteurs au
niveau des intersections des routes. (Mustapha&)2@@lise la détection de perturbations sur
le processus chimique Tennessee Eastman ChalleagesB (TECP) en utilisant la méthode
du CUSUM dynamique. Dans (Rengaswamy, 1995), llauépplique son approche sur le
suivi et le diagnostic d'un systeme qui doit rentére flux d’hydrocarbone plus fluide. En
utilisant sa méthode, I'auteur permet de trouvercleractéristiques principales de la tendance

du systeme et les conséquences potentielles, noiauenissant suffisamment d’'informations
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aux opérateurs. (Stephanopoulos, 1997) utilise éthade définie par (Bakshi, 1994) pour
réaliser le diagnostic d’'un procédé industriel @nant la fermentation.

En regardant les domaines d’application de ces adé) on peut s’apercevoir que les
méthodes de reconnaissance dynamique des formesmeiire appliquées pour tout type de

données.

1.3. Conclusion

Dans ce chapitre, quatre catégories de reconnassies formes de la littérature ont été
présentées. Il s’agissait des méthodes de recaamais statique des formes statiques, des
méthodes de reconnaissance dynamique des fornigsista des méthodes de reconnaissance
statique des formes dynamiques et des méthodescdamaissance dynamique des formes
dynamiques. Le choix d’'une catégorie de méthodesedennaissance des formes se fait en
fonction de différents éléments tels que les dosrfismes, classes, nombre de paramétres
observés, etc.) et I'environnement du systemeigsiatdynamique).

Nous avons détaillé le principe de plusieurs métBode reconnaissance dynamique des
formes ainsi que plusieurs méthodes de reconnassaes formes dynamiques. Ces
méthodes font partie des axes de recherche etvidog@ement présentés dans ce manuscrit.
En effet, nous nous sommes intéressés au diagmbsticsuivi des systemes évolutifs, i.e. les
systémes dont les caractéristiques évoluent dareni@s, pour lesquels il est nécessaire
d’utiliser des méthodes de classification dynamidqies méthodes sont capables de suivre les
changements de caractéristiques des systemesitsvetud’adapter le classifieur et les classes
pour conserver les performances du classifieur sajigyolution du systeme. Plusieurs
exemples d’'applications de ces méthodes ont ésepiés.

Dans le prochain chapitre, trois méthodes de massance dynamique des formes
statiques sont proposées. Il s’agit d'une part a@eméthode Fuzzy Pattern Matching
Dynamique (FPMD) basée sur une représentation jggmgnammes des distributions des
données et intégrant des mécanismes de suivi digmolet d’adaptation des classes. D’autre
part, deux approches Supervisée et Semi-Supendsé&-Plus Proches Voisins Flous
Dynamique (respectivement KPPVFD-S et KPPVFD-SS)t sgalement proposées pour

suivre les évolutions des classes des systemestiésol
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Chapitre 2. Contributions a la reconnaissance dymardes
formes

Ce chapitre présente trois méthodes de classificayynamique que nous proposons pour
le suivi et la discrimination des classes dynansqdent les caractéristiques changent au
cours du temps. La premiere méthode proposée appalkzy Pattern Matching Dynamique
(FPMD) est supervisée. Elle repose sur la méthdeld lcrémentale (FPMI) en intégrant
différents indicateurs qui permettent de suivredlation des données et d’adapter les classes
lorsqu’une évolution a été confirmée par la méthdadedeuxieme et la troisieme méthodes
reposent sur la méthode des K Plus Proches Vadmss (KPPVF). La deuxiéme méthode
proposée est appelée KPPVF Dynamique Supervised®\(KB-S). Elle utilise deux
indicateurs d’évolution des données pour suivreclegngements de caractéristiques d’un
systeme. Elle integre une phase de validation delsitions ainsi qu’une phase de mise a jour
du classifieur et des modéles des classes, quiiseugue les formes représentatives. La
troisieme méthode appelée KPPVF Dynamique SemiiSigge (KPPVFD-SS) integre une
phase de détection des évolutions, une phase dat@h des évolutions ainsi qu'une phase
de mise a jour du classifieur et des modeles deses. KPPVFD-SS permet ainsi de suivre
les évolutions des données tout en détectant legefies classes d’'un systeme. Ensuite, les
principes de ces méthodes sont illustrés et learfopmances sont comparées a d’autres

méthodes de la littérature en utilisant plusiexengples.

2.1. Fuzzy Pattern Matching Dynamique (FPMD)

La méthode Fuzzy Pattern Matching (FPM) a étéaleithent développée par Cayrol
(Cayrol, 1982). Dans (Sayed Mouchaweh, 2002) urdetiso pour rendre cette méthode
incréementale (FPMI) a été développée. FPMI donnbales résultats de classification avec
des classes statiques tout en tenant compte degarhants locaux des classes (élargissement
des classes, changement du contour d’'une clasgpen@ant FPMI ne contient pas de
stratégie lui permettant d’oublier les formes obted et d'utiliser les formes utiles et
représentatives pour la mise a jour des paramdtredassifieur. En effet, FPMI considére
toutes les formes comme représentatives et utibes [a mise a jour des parametres du
classifieur. FPMI ne peut donc pas s’adapter en dmsiéplacement, scission, rotation,
disparition, etc. d’'une classe. Cette méthode mstapproche simple de reconnaissance des

formes avec un temps de classification faible estant par rapport a la taille de la base de
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données. C'est pourquoi nous avons choisi de petesie développement de FPMI afin de
tenir compte de I'évolution des classes des systamelutifs, c'est-a-dire du changement de
caractéristiques survenant dans les classes repméseles modes de fonctionnement
surveilles d’'un systeme. Ce développement conssteune stratégie de détection des
évolutions de classe et d'oubli des formes obsolprmettant d'utiliser uniguement des
formes utiles pour la mise a jour des parametredatsifieur.

Afin de comprendre le fonctionnement de notre agipeodynamique (FPMD) il est

important de présenter la méthode Fuzzy Patterchag Incrémentale (FPMI).

2.1.1. Principe de la méthode Fuzzy Pattern Matchg Incrémentale (FPMI)

Le fonctionnement de FPMI comporte une phase d&apmsage, une phase de

classification et une phase de mise a jour incréaten

2.1.1.a. Phase d’apprentissage

Soit X; I'ensemble ded\; points d’apprentissage appartenant a la cl@sdans un espace de
représentation/]”, ded attributs.X est I'ensemble d’apprentissage, contenantNgsmints

correspondant auxclasses, noté :

X =JX, (2.1)

bY

La phase d'apprentissage consiste a construinearéir de X, une régle de décision
caractérisée par un ensemble de fonctions d’apparte. Ces derniéres sont basées sur des
histogrammes permettant d’estimer la probabilit@ditionnelle selon chaque attribptde
chaque class€i. Le nombreh de barresbj,kD{],z,...,h} d’'un histogramme est déterminé
expérimentalement. Le choix tieconditionne les performances de FPMI de maniétigue.

Les bornes inférieurenin/ et supérieuremax’ de chaque histogramme sont généralement
définies par les valeurs minimale et maximale degadonnées des points d’apprentissage de
la classeC; suivant I'attributj. La largeur A! d’'une barre de I'histogramme par rapport a
I'attribut j pour une classieest définie par:

i _ (max/ - min/)

AI
h

2.2)
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L’histogramme ou la distribution de probabilité

{p/()),i0{12...c}, jO{12...d}, kO{12...h}} d'une classeC; suivant lattributj est
déterminé par le calcul de la probabilipé(b)) de chaque barrh) :

() ) = M
P’ (b :W (2.3)

ol n, est le nombre de points d'apprentissage de Ia&e@squi sont dans la barrg! . La
distribution de probabilité obtenue est alors tfamsée en distribution de possibilité
{7 (0)),i 0{12....¢}, jO{12....d},k0{12....h}} en utilisant la transformation de Dubois et

Prade (Dubois, 1993) :
7 (by) = Z min(p! (b;), P/ (b)) (2.4)

La mesure de possibilité a l'avantage de prendrecensidération I'imprécision et
I'incertitude contenues dans les données. En dfii@iprécision des données est retranscrite
par le biais des valeurs d’appartenance floue ¢oimt a chaque classe et l'incertitude est

mesurée a l'aide d’'un degré de possibilité. Finaletnla densité de possibilit@j de la classe

Ci suivant lattributj est obtenue par interpolation linéaire des centles barres des

histogrammes de possibilité. Pour que cela soiisedde, il est nécessaire de lier les centres
de la premiere et de la derniére barre de I'histogne & des barres fictives de valeur de
possibilité nulle. C’est pourquoi deux barres sappntaires de valeur nulle sont ajoutées au

début et a la fin de chaque histogramme.

2.1.1.b. Phase de classification

Une formex est assignée a une clagsen trois étapes :

« détermination de la valeur d’appartenance en piligSibz' de x; & chaque classg;

suivant chaque attribyit Cette valeur de possibilité est obtenue par ptioje dex; sur

la densité1ij connue pour chaque clasSesuivant chaque attriby{Figure 2.1),
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Figure 2.1. Projection du point a classer sur lensités de possibilité des classes.

« fusion, pour chaque clas€ des valeurs d’appartenance en possibititérz ..., 77°
par un opérateur d’'agrégation. L'opérateur est gdedent I'opérateur “minimum”
puisqu’il est simple a calculer et gu’il donne dems résultats (Devillez, 1998). Le
résultat de la fusion représente la possibilitgppgatenancerz dex a chaque classe
Gi,

» classification dexdans la classe pour laquelle il a la valeur d’a@o@nce maximale.

2.1.1.c. Phase de mise a jour incrémentale

Chaque nouveau point classé apporte des nouveli@sniations sur les caractéristiques
d’'une classe. Pour prendre en compte ces informsties fonctions d’appartenance doivent
étre réapprises apres la classification de chaqoevelle forme. Un algorithme
d’apprentissage incrémental est proposé dans (Sdgadhaweh, 2002) pour faire cette mise
a jour incrémentalement en se basant sur les foréduesnment classées et sur les fonctions
d’appartenance déja connues. Quand une nouvelteefast classée dady, le nombre de

points appartenant a cette classe devintl, la valeur de probabilité de chaque barre
change. Si la forme classgest située dans une batyg, la nouvelle probabilitép!’ (b} Ye

cette barre est (Sayed Mouchaweh, 2002) :

o J N 1 o N. 1

' (i :&x 4+~ =pl(h)x—— + 2.5

G e Al (C e R (2.5)
Pour les autres barres, la nouvelle probabilité est

. N —_ N,

)= x = i) x— ,z=1...h & z£k 2.6

A O = e R (2.6)
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2.1.2. Principe de la méthode Fuzzy Pattern Matchg Dynamique (FPMD)

La méthode Fuzzy Pattern Matching Dynamique (FPH2Ytert, 2009a) (Hartert, 2009b)
(Hartert, 2010b) est une version améliorée de ldhoae FPMI. FPMD intégre un mécanisme
d’ajustement des parametres du classifieur quansl cleangements importants des
caractéristiques des classes sont détectés pamuamenétre glissante. Sa taille dépend de la
dynamique de I'application. FPMD comprend une phdsedétection des évolutions, une

phase d’'adaptation des classes évoluées, et use ghaalidation des classes (Figure 2.2).

FPMD

Phase d'apprentissag}a_.[ Phase de classificatiojll;

[ Phase de mise a jour incrémentale]

h 4
[ Calcul des indices de représentativité]

FPMI

Phase de détection des[ Calcul du résidu ]
évolutions de classes

A 4

Adaptation incrémentale des classes e

utilisart les formes représentati

Phase d'adaptation des classes évoluées
A\ 4

Fusion, scission ou suppression des classes ssaiee ]—

Phase de validation des classes

Figure 2.2. Algorithme global de FPMD.

Dans la phase d’apprentissage, FPMD utilise I'erde des points étiquetés pour créer les

histogrammes de possibilité qui permettent d’estilege fonctions d’appartenance. Dans les

parties suivantes; est le nombre de classes connueb’eteprésente le nombre de barres de
I'histogramme de la classeet de I'attributj. La probabilité d’une barre/ , k0{1..,h}, est
notée p/ (b)) . Un nouveau point est classé selon ses valeuppar'tenance a chaque classe

par rapport a chaque attribut.
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2.1.2.a. Détection des évolutions

Durant cette phase, deux indicateurs sont utilipésr surveiller les changements

temporels d’'un systéme.

Indicateur de représentativité des formes :

Le premier indicateur évalue les formes non repradives. Cet indicateur est basé sur les
changements temporels accumulés dans les distniisutie probabilité pendant une fenétre
glissante de taille variable. Il considére le noentde nouvelles formes situées dans chaque
barre des histogrammes de probabilité et les pititéabinitiales avant I'assignement des

nouvelles formes. SoiAT =t,—t, la durée variable de la fenétre glissante athimsactuel

t,, commenceée a linstart,. Soit {pij (b)), kD{l,Z,..., h}} I'histogramme de probabilité

w!?

pour la class€; en fonction de I'attribuj. Soit AN, le nombre de nouveaux points classés

dans la class€ et soit An) le nombre de nouveaux points situés dans la bigrreLa

nouvelle probabilité de cette barre est calculée pa
Ny +4n;

(b)) =
p| ( |k) Ni+ANi

2.1)

ol n! est le nombre de formes de la cla€ssitué dans la barrb) avant la classification
des nouvelles formes. Le changement temporel adéumour chaque barre est évalué

comme la différence entre les probabilités deselsadrla finp'’ (b)) et au commencement
p) (b)) de la fenétre glissante :

N,.An) —nl AN,

ap! (0)) = p{ ' (b) =P/ (b)) =~ = =T 29

Un indicateur graduel; (b}):{12,....h} = [-1,1] est défini pour chaque barie de
chaque class€; en fonction de chaque attributCet indicateur est basé sur les changements
temporels accumulés, définis par (2.18), dansikslilitions de probabilité :

P’ (b)) - P! (b))
p’ (by)

P’ (b) - p! (b))
P’ (by)

Cet indicateur est calculé apres la classificatierchaque nouveau point. Quand sa valeur

O[-10] siAp) (b)) <0

I (bl) = (2.9)

0[0Y] siap/ (by) >0

est négative pour une barre, elle indique une éaleda représentativité a la fin de la fenétre

temporelle. Cette baisse est due au fait qu'unidallombre de points est classé dans cette
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barre. Au contraire, une valeur positive indique aangmentation de la représentativité d’'une
barre due a I'assignation de plusieurs nouveauntpaians celle-ci, en fonction de sa valeur
initiale. Il est intéressant de prendre en consitilén les probabilités anciennes ou initiales ;
en effet, s’il 'y a pas de changement importamsdia distribution de probabilite, il est
normal que la barre ayant la plus grande probé&hiitoive plus de nouveaux points que les
autres. Si la plupart de ces nouveaux points studssdans les barres qui possedent une
faible probabilité initiale, cela indique un changmt sérieux dans la distribution de
probabilité et par conséquent leurs indicateursepeesentativité doivent avoir une valeur

positive importante.

Indicateur d’évolution ou résidu :

Pour détecter une évolution, un second indicatgur,est un résidu, est calculé en se
basant sur la mesure de représentativité de ttedgdsarres des histogrammes en fonction de
tous les attributs. Le but de ce résidu est denfoumn indicateur qui évalue le changement
temporel accumulé dans les distributions de prdibéldie chaque classe.

Deux seuilghl etth2 définis par un expert en fonction de la dynamiduesysteme sont
utilisés pour déterminer dynamiquement la talN€ de la fenétre temporelle. Généralement
la valeur dehl est fixée aux alentours de 0,1 dans le but d=ctitles évolutions des classes
sans détecter tous les petits changements de @astiqties des classes. Au contraih2, est
généralement fixé a une valeur supérieure ou égafk4, ce qui permet d'obtenir une
évolution suffisante pour 'adaptation de la claddee trop grande ou trop petite valent
peut mener a perdre des formes représentatives garder des formes obsolétes, tandis
gu’'une valeur trop grande ou trop petite @t meéne a détecter trop tard ou trop tot
I'évolution de la classe. Dans le cas des systendes, les valeurs des seuils peuvent étre
fixées par défaut a ces valeurs (0,1 pdret 0,5 pouth2) et par la suite elles peuvent étre
changées par un expert afin de coller au mieuxdgdamique du systéme étudié. Les classes
peuvent avoir différentes dynamiques, c’est pourqtid et th2 doivent étre définis
indépendamment pour chaque classe.

La valeur de cet indicateur est mise a jour et amép athl et th2 aprés chaque
classification de forme. Si le résidu est inférieuthl, alors aucun changement dans les
caractéristiques de la classe n’a commencé. Tantequésidu est inférieurthl, la mesure de
représentativité est basée sur la différence datrprobabilité actuelle de la barre et sa
probabilité avant la classification de la formeqgédente. Si la valeur de résidu est supérieure

a thl et inférieure ath2, un changement sérieux a commencé a apparairdenétre

68



temporelle commence a ce momednt,, et les formes sont stockées dans un bloc, appelé
bloc d’évolution. Durant cette fenétre, la mesweaprésentativité est calculée utilisant (2.9).
Les formes sont stockées dans le bloc d’évolutisgy’a ce que la valeur du résidu atteigne
th2. A ce moment, la fenétre glissante temporelleirgtisa taille finale,=t;. Le résidu est

défini pour chaque clas$€&k comme suit :

h . .
PALICTS
0<R =m “T <1,j0{1...d} (2.10)

Quand le résidu atteih2, un changement sérieux peut étre décidé podasse de telle
fagcon que les paramétres du classifieur (densigépaksibilité) doivent étre adaptés en
utilisant seulement les formes stockées dans le dévolution. Les formes anciennes qui
sont devenues obsoletes sont oubliées et une rjose @n ligne des paramétres du classifieur

peut étre réalisée.

2.1.2.b. Adaptation des classes évoluées

Dans FPMD, les bornes des histogrammes sont definigalement pour chaque classe
comme pour FPMI. Puis, elles sont mises a jouliggrelavec la classification des nouveaux
points et selon la valeur du résidu. Contrairen@eRPMI ce ne sont pas seulement les valeurs
des bornes des histogrammes qui sont mises aijqueut y avoir création de barres pour
conserver un pas d’histogramme qui soit représénftun nouveau point classé implique la

création d’'une barre pour un histogramme, une lestr@joutée a I'’histogramme en fonction

de lattribut désigné de telle fagon gbé est incrémenté et les bornes des histogrammes sont

mises a jour :
si X < A i =min =A
X <minf—— = min’ =mirf -4
2j (2.11)
si xJ >ma>{<+%:>ma<{i =max+A
hl=h'+1 (2.12)

La mise a jour des histogrammes de probabilitéréslisée en utilisant une approche
incrémentale. Quand la valeur de résidu attéiat les anciennes formes sont supprimées et
seules les nouvelles formes de la fenétre temgosalht considérées. Ainsi, la valeur de

probabilité de chaque barre est calculée incrérfanent par :
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— Ani|j< — niﬂ( +Ani|j< _n_nj<x Ni )x Ni +ANi
AN, "N +AN, N N, +AN, AN,

()

N, +AN
X
AN

L k{1..h} (2.13)

Y =| i) = (nl (bl ) x N
o (hk)_(g () —(n' () Ni+ANi)J

Cette adaptation incrémentale permet de suivreligon des classes en ligne avec un

temps de classification faible et constant.

2.1.2.c. Validation des classes

Une fois I'ensemble des adaptations de classesé&ésl FPMD vérifie la validité de
chaque classe en utilisant trois mesures. La preneigt une mesure de similarité permettant
de fusionner les classes dont les caractéristispiesdevenues proches. La deuxiéme mesure
permet de détecter si la scission d'une classeéesissaire. La troisieme mesure utilisée par
FPMD est une mesure permettant de supprimer lssadan'étant plus représentatives des

modes de fonctionnement actuels.

Mesure de similarité pour la fusion des classes :

Puisque les classes dynamiques sont amenées plaeedgil est possible qu’a un moment
donné les caractéristiques de plusieurs classestssiffisamment proches pour permettre
leur fusion. Pour décider de cette fusion on w@ilisme mesure de similarité basée sur le
chevauchement ou la proximité entre plusieurs eksslous avons utilisé la mesure de
similarité proposée par (Frigui, 1996) puisqu'd@lealue le rapprochement entre deux classes,
en se basant sur les valeurs d’appartenances depleunts :

217 (%) = 11, (x)|

=1- xO GetxOC,

J. =
i D m()+ Y m(x)

x 0O CG x 0O C,

(2.14)

ou 7z (x) et 77,(x) sont respectivement les valeurs d’appartenancead@, et C,. Plus J, est

proche de 1, plus les deux classes sont simildieegsaleur maximale représente deux classes
complétement chevauchées donc il n'est pas nécesbattendre que la valeur de similarité
obtenue soit égale a 1 pour fusionner deux cladsedigure 2.3 montre les valeurs de

similarité obtenues en fonction de la proximitéddex classes gaussiennes.
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Figure 2.3. Evolution de la mesure de similaritérerdeux classes fusionnant.

La fusion de deux classes est réalisée automatigpiesi la mesure de similarité entre

deux classe€; etC; est supérieure a un sethiB défini par un expert.

Mesure de validité des classes suite a une scission

Les changements de caractéristiques d’'une classardgue peuvent également conduire
a la scission d’'une classe sur un ou plusieurghatfs). Si cette scission est suffisamment
importante pour une classe, il est nécessaire deviger en plusieurs parties pour coller au
mieux aux changements du systeme étudié. Une atidsi classe correspond a 'apparition
de barres centrales nulles dans un histogrammeabalplité et de possibilité. Quand une
scission est détectée par FPMD a l'aide des bamasrales nulles d’'un histogramme, la
méthode Fuzzy C-Means (FCM) (Bezdek, 1981) estiqud sur la classe réalisant une
scission. FCM permet de trouver un nombre de ctaggtmal qui est validé par la mesure de
validité de Xie et Beni (Xie, 1991) :
J.U,V)/n

i — 2
MIN oz HV' ViH

XB(c) = ouJ_(U,V)= 75 (%) ™[ % =i [ 2 (2.15)

n C
k=1 i=1
ou Jn, est la fonction objectif a minimiser, ||.|| eshtame euclidienne etz (x, &st la valeur

d’appartenance d&®™ point de 1ai®™ classe qui a pour centng. Toutes les valeurs
d’appartenances sont contenues daret les centres des classes sont contenus\angst

un coefficient, généralement fixé a 2, permettaobténir un partitionnement plus ou moins
flou. Le nombre de classes trouvé par FCM doit @tiEerieur a 1 pour appliguer cette mesure
de validité. La mesure de validité choisie utilise valeurs d’appartenance des points pour
trouver la compacité et la séparabilité du nomlzecldsses testé. Plus la mesure est faible,
plus le nombre de classes est optimal. Cependid@tne peut pas étre calculée en ligne.
Plusieurs autres index de validité des classeguntitilisés, comme l'index de Fukuyama-

Sugeno (Fukuyama, 1989) et lindex Fuzzy eXclus{i#X) utilisant I'opérateur Fuzzy
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eXclusive OR (fXOR) (Frélicot, 2006). Cependantilasure de validité des classes de Xie et
Beni a fourni les meilleurs résultats.

Suppression des classes non représentatives :

Une mesure de suppression des classes non reptésn est également intégrée a
FPMD. Elle considére qu’'une classe est devenudergitdeux criteres sont valideés :
* un nombren, insuffisant de formes est contenu dans la cldsseffet, si trop peu de
formes sont contenues dans une classe alors et pas représentative, elle

correspond plutdt a du bruit,

* aucune forme n'a été classée dans une classe pendam nombren, suffisant de

formes ont été classées dans d'autres classes.

Pour valider la suppression d'une classe, les aeumxlitions précédentes doivent étre
remplies.

L'ensemble des phases de fonctionnement de FPMDrejorésentées sur le schéma de la
figure 2.4.
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Figure 2.4. Schéma du fonctionnement de Fuzzyiraditatching Dynamique.
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Nous avons également développé une autre versiéiPiD (Hartert, 2008) basée sur un
facteur d’oubli. Ce facteur d'oubli est basé supaius flou défini pour chaque forme compris
entre 0 (forme devenue inutile) a 1 (forme reprédare de I'état actuel du systeme). Dans
cette méthode, nous fixions un poids initial de 1ltoates les formes de I'ensemble
d'apprentissage. En effet ces formes sont cens@&egaifaitement représentatives des classes
connues d'un systeme. Afin de ne pas diminuer dmapce de toutes les formes, il était
nécessaire de ne pas seulement se baser surd@fmmes. Ainsi, nous avons défini le poids
des formes en tenant compte de leur utilité eededge. Par exemple, une classe possede un
histogramme contenant 5 barres. On considére gueolgvelles formes ne font qu'apparaitre
dans les barres 3, 4 et 5. On peut donc vraisemhebh@imt diminuer I'importance des formes
correspondant aux barres 1 et 2 de cette classaaort a cet histogramme. C'est pourquoi a
la classification de chaque nouvelle forme, un pdfitké initialement) permettait de diminuer
la représentativité des barres des histogrammegant'gas recues de nouvelles formes. Si
I'ensemble des barres d'un histogramme, recoihdegelles formes, alors la représentativité
des barres ne diminue pas. C'est le fait de neogcguccessivement plus de formes dans une
barre qui fait que son poids d'oubli devient pregneement beaucoup plus important. Cette
adaptation des histogrammes permettait ainsi dedempte de I'age et de la représentativité
des formes. Toutefois, le poids d'oubli était difé a définir et celui-ci fut considéré comme
trop subjectif. C'est pour ces raisons que la nigHePMD avec facteur d'oubli ne sera pas

présentée sur les exemples illustratifs.

Dans la partie suivante, des techniques d'aide définition des paramétres utilisés par
FPMD sont données.

2.1.3. Définition des parametres de la méthode FAMsupervisée

La méthode FPMD utilise quelques parameétres derains sont communs a la méthode
FPMI. Ces parametres influencent les résultatslassification, ainsi que la détection des
évolutions des classes dynamiques. Nous proposessvaleurs par défaut pouvant étre
utilisées pour ces parameétres, ainsi que des exiplis sur leur définition :

* h, le nombre de barres défini pour chaqgue histograrpar rapport a chaque attribut.
Cette valeur détermine la précision de la représent de la densité de possibilité
obtenue pour chaque histogramme. Elle rentre d@mmiples parametres les plus
importants pour déterminer la valeur d'appartenadcme forme a une classe.

Toutefois, dans la méthode FPMD, une valeur imtiest définie pouh, puis cette
74



valeur est adaptée avec les évolutions de chagsseclLa valeur initiale dedevient
donc moins critique. Généralement on définit comvalkeur initiale par défaut=5.
Cette valeur a été déterminée expérimentalement,

thl est le seuil de détection des évolutions de etasuand le résidu de la méthode
dépasse ce seuil pour une classe, on considerd'éwndution de cette classe a
commenceé. Si la valeur dbl est trop importante, la détection de I'évoluttbmne
classe est retardée et des points représentatifsetie évolution ne seront pas
conservés dans la mise a jour de la classe. Aeté®y une faible valeur dil,
entraine une augmentation du nombre d'évolutioriecté® et donc du nombre de
formes obsolétes conservées dans la mise a jowlaeses. Par expérientbl=0,1
permet de bien détecter les évolutions de classe,

th2 est le deuxieme seuil utilisé avec le résidu.p@uat dire queéh2 va de paire avec
thl. Une fois qu'une évolution de classe suffisamnmapbrtante est détectée, il est
nécessaire de mettre a jour cette classe. C'estoimgue la valeur du résidu d'une
classe atteinth2 qu'elle est considérée comme suffisamment évolD'@ést pourquoi,
si th2 est trop petit, toutes les nouvelles formes epr@atives de I'évolution de la
classe ne seront pas utilisées dans la mise al@la classe. Dans ce cas, I'évolution
peut reprendre par la suite et induire de nouveltlptations de la classe. A l'inverse,
si th2 est trop grand, on attend plus de formes reptétsess pour adapter la classe.
Le fait d'attendre ces formes conduit a un retaedddtection. Nous préconisons
l'utilisation d'une valeur d#1=0,5 par défaut afin d'attendre une évolutionisaifite
de la classe, mais n'entrainant généralement pestand d'adaptation trop important.
Ainsi, si I'évolution d’une classe n'est pas cortgsteent finie apres son adaptation,
soit la classe sera de nouveau adaptée avec legllesuformes représentatives s'il
reste encore une partie suffisante de I'évolutmtadtlasse, soit la fin de I'évolution ne
sera pas considérée comme suffisante pour une tmadaptation de la classe. Dans
ce dernier cas, les nouvelles données sont clasg#aslement et la mise a jour
incrémentale de la classe est quand méme réaliaSeanncune forme n'est supprimée,
th3 est le parametre utilisé avec la mesure de ldasité entre les classes. Si cette
mesure de similarité est supérieurta& entre deux classes, on considere que les deux
classes sont suffisamment proches pour qu'ellemntsdiisionnées. Une valeur de
th3=0,2 permet de fusionner les classes dont lese®rsont proches (Figure 2.3).
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Toutefois, si I'on met une valeur plus élevéh3 les classes pourront quand méme
fusionnées, mais cela pourra engendrer un retard,

* ng est le nombre minimal de formes jugé nécessdamaeprésentation d'une classe
n, est le nombre maximal de formes qui peuvent dassées ailleurs que da@s
avant que l'on considerg; comme ne recevant plus de nouvelles formes. Si les
criteres concernant; et n, sont atteints, on considere qQedoit étre suppriméen;
est défini par défaut a 5, tandis queest défini par défaut a 20. i est défini avec
une valeur trop faible aucune classe ne sera saute @onsidérée comme obsoléete
alors qu'avec une valeur trop importante, tropldsses risquent d'étre supprimées. De
méme, pouny, il faut laisser a chaque classe suffisammenedgs$ pour recevoir au

moins une nouvelle forme, avant de la considéremge obsoléte.

Dans la partie suivante, une autre approche dennatssance dynamique des formes est
proposée (Hartert, 2010a) (Hartert, 2010c). Cqtfmache est basée sur la méthode K-Plus
Proches Voisins Flous. Utilisant une méthode aveprincipe et des paramétres différents de
ceux de FPMD, ses résultats de classification dont différents.

2.2. K-Plus Proches Voisins Flous Dynamique (KPPVFD

2.2.1. Versions antérieures des K-Plus Proches gois

Plusieurs versions de la méthode des K-Plus Pso¢besins (KPPV) (Cover, 1967) (Fix,
1951) ont été développées dans la littérature.eNoigthode repose sur la version Floue des
K-Plus Proches Voisins (KPPVF) développée par @€ell985). Plusieurs mécanismes ont
été ajoutés a la méthode pour détecter les évohitie classes et pour adapter ces dernieres
en fonction de la dynamique de leurs évolutionsetdlit intéressant de développer cette
méthode puisqu'elle tient compte des valeurs dttgmence floues des points aux classes,
gu'elle est simple et gu'elle reste tres utilidd@e.plus, ses capacités et limites ont déja été
présentées. En effet, KPPVF devient inefficace duantaille de I'ensemble d'apprentissage
est trop importante ou quardn'est pas bien choisk est généralement déterminé par
expérimentation mais il n'en reste pas moins uarpatre qui a une importance majeure dans
la classification des formes. Un critére souveilisétestk =+/N (Dubuisson, 1990), oN est
le nombre de formes de I'ensemble d'apprentisd2geni les autres techniques existantes
basées sur KPPV, on peut citer la méthode KPPV avettype ou la méthode KPPV

Adaptative (Roncaglia, 2004), etc. Dans (Law, 200Bg version de KPPV pré-assigne une
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classe a plusieurs sous régions de l'espace désespation dans le but de classifier plus
rapidement les nouvelles formes. Dans (Zhang, 200R) algorithme de recherche
hiérarchique est développé pour trouverkigdus proches voisins en utilisant une mesure non
métriqgue dans un espace de représentation biliZetee mesure est une mesure de similarité
calculée entre les valeurs binaires qui représetgsrformes. Dans (Kybic, 2006) et (Garcia,
2008), les auteurs utilisent respectivement unead® grande dimension et un arbrekde
dimensions pour trouver les parties les plus issaptes de I'espace de représentation ou l'on
risque de trouver lek plus proches voisins d'un nouveau point. Initisdatrseules quelques
branches de ces arbres ont besoin d'étre parcopmas trouver cesk voisins, mais
rapidement les branches de l'arbre peuvent dewkséquilibrées. Une autre version de
KPPV, développée par (Min, 2005), utilise une mdthde réduction de la dimensionnalité a
l'aide d'un noyau afin d'améliorer les résultatcldssification. Une autre version de KPPV,
appelée Instance-Based Learning on Data Streamsd (Beringer, 2007), cherche a
détecter les changements survenant dans les fluemetes a l'aide d'une erreur de prédiction
et de I'écart type des 100 dernieres formes clas§&eun changement est détecté, les 20
dernieres formes classées servent a estimer I'amgk I'évolution réalisée. A partir des
indicateurs utilisés un pourcentage initialemerfindéle formes est supprimé par rapport a
leur localisation spatiale et a leur comportemenigorel. (Song, 2007) utilise deux mesures
informatives pour trouver les formes susceptibl&drel lesk plus proches voisins. Ces

mesures sont basées sur des mesures de probedidiléces localement et globalement.

Nous proposons deux méthodes de classificatiomrdique basées sur les KPPVF. La
premiére méthode est supervisée, elle permet deedes évolutions des classes et d'adapter
leurs caractéristiques au cours du temps. Lorsedadaptation, seule la classe adaptée est
conservée ; la classe a l'initiative de I'évolutest supprimée. Cette méthode a pour objectif
d'actualiser le classifieur et de ne garder queldemees représentatives des fonctionnements
actuels d'un systeme. La deuxieme méthode propestesemi-supervisée. Elle a été
développée dans le but de pouvoir utiliser la mé¢h§PPVFD sur les systemes pour lesquels
peu de données historiques sont disponibles. LAadétsemi-supervisée met simplement a
jour les classes quand peu de changements lesronengear contre lorsqu'une évolution
importante d'une classe a lieu la classe consewearactéristiques d'avant évolution et une
nouvelle classe est créée avec les nouvelles demegeésentatives du changement. De ce
fait, le suivi des modes de fonctionnement du syetéest également réalisé, mais les
anciennes formes ne sont pas supprimeées, saufrsilesse est considérée comme obsoléete.
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Des mesures de similarité et de validité intégeéess méthodes permettent de fusionner, de
diviser ou de supprimer certaines classes de tesga représentation. Ces deux méthodes
fonctionnent en plusieurs phases. Premierememgthode KPPVF est utilisée pour réaliser
la phase d'apprentissage des formes connues etr@aliger la phase de classification de
chacune des nouvelles formes. Aprés la classificate chaque nouvelle forme, les méthodes
KPPVF Dynamique (KPPVFD) (Hartert, 2010a) propos@estent a jour incrémentalement
les parametres des classes dans le but de suivse@eolutions. Si une évolution est détectée
et confirmée en utilisant plusieurs indicateurs t#asses sont adaptées. Une phase de
validation permet de conserver seulement les dasggésentatives. De plus, une mesure de
similarité est utilisée pour détecter les classgsdgivent étre fusionnées suite a I'apparition

de formes ambigles entre elles.

2.2.2. KPPVFD en version Supervisée (KPPVFD-S)

Le développement de la version supervisée de K-Phoches Voisins Flous en version
Dynamique (KPPVFD-S) permet de considérer I'évolutdes formes méme dans les zones
de I'espace de représentation ou aucune formet@’apprise. L'objectif de cette approche est
de suivre les évolutions des classes en prenarwresidération la représentativité des formes
et en réduisant significativement 'ensemble dendg@s apres chaque adaptation d’une classe.
» dans la phase d’apprentissage, toutes les forrmpgetdes sont apprises et les classes
sont créées. Le centre de gravité act@®@G () et I'écart type initial &) de la
classeC; sont calculés par rapport a chaque attjbAtce moment, I'écart type actuel
(o/=v) de la classe est égal & son écart type initial,

» durant la phase de classification de KPPVFD-S, ebawuvelle forme est classée.
Dans cette phase, KPPVFD-S realise la détectionégehutions de classes en se

basant sur deux indicateurs et I'adaptation de whatpsse lorsque son évolution est

confirmée.

2.2.2.a. Détection des évolutions de classes
La classeCi qui recoit la formex est la seule qui doit étre mise a jour. Les valewtuelles
de I'écart type &/*+) et du centre de gravitéCG'*) de C; sont alors mises a jour

incrémentalement pour chaque attrippér :
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(Xl — CGIjAthl)Z
N, +1

i = \/N;\I—lx(aijAcm)2+ (2.16)

CGIjActLrl X Ni + Xl
N,+1 N, +1

CGIjActu = (2.17)

ol N, est le nombre de formes présents d@nsvant la classification de (o) et

CG'» sont respectivement la variance et le centre deitgrde la classe, par rapport a
I'attribut j, avant classification de
En se basant sur les valeurs calculée€@¢=, g/~ etg’™ , deux indicateurs sont utilisés
pour suivre les changements temporels du systéme :
* indy représente I'évolution de la compacité de la elasgst calculé a partir de I'écart

entre g~ etg™ pour chaque attribyt:

_ O-ijActu xloo

ind,; = === -100 (2.18)

indy; est donné en pourcentage. Si au moins un debudstji obtient une valeur de
indy; supérieure au seuith, alors la classeC; a commencé a changer ses
caractéristiquesthl peut étre fixé a une petite valeur, par exemplguand il est
intéressant de suivre les évolutions progressieeladlasse. Au contraire, quand la
classe peut évoluer de fagon abrupte, une valesripiportante peut étre nécessaire.

* indy représente I'écart d’'un point par rapport a lgeision moyenne de la classe. Il
se base sur la distance enite et CG/*en fonction deg'** pour chaque attribyt
de I'espace de représentation :

X! ~CG*|x100

Indzj - O-ijActu

~100 (2.19)

indy; est donné en pourcentage. Si au moins un attribbtient une valeur dedy;

supérieure @l (max{nd,;) > thl)alors le point a une valeur d’appartenance faible a

la classeC;. Cependant, il ne suffit pas d’avoir un seul pdoih de la classe pour
considérer un changement de caractéristiques. @& peut étre du bruit, c’'est
pourquoi il est nécessaire de définir un sé&lbMin représentant le nombre de fois
successives quidy doit dépassethl pour confirmer une évolution. SlbMin est
fixé a une valeur importante, le retard de déteatie I'évolution de la classe peut étre

important. Ce nombré&lbMin doit étre défini en fonction d’'un compromis entee

79



bruit présent dans les formes de I'espace de repiEson et le retard maximal de
détection d’évolution souhaité.

L’évolution de la classe est confirmée quaN8Min valeurs successives des deux

indicateurand; etindy sont supérieuresthl.

2.2.2.b. Adaptation des classes évoluées

Dans sa phase d’adaptation la méthode KPPVFD-&r@atun mécanisme permettant

d’'ajuster les paramétres d'une classe évoluée dersyffisamment de changements de

caractéristiques ont été détectés et confirméglmita phase de détection.

Quand une évolution est confirmée pour une cl&selle doit étre adaptée en se basant

seulement sur les formes représentatives. Cetf@atm est réalisée en deux parties :

les formes les plus représentatives de I'évolutsmmt sélectionnéesk formes
seulement peuvent étre sélectionnées pour repeésere classe évoluée a sa création
puisque le paramétr& de la méthode correspond au nombre de formes gugée
suffisamment représentative pour classer une nleu¥eime. La derniere formg
classée représente une de késrmes puisqu’elle a permis de confirmer I'évadbutj
elle est donc sélectionnéereprésente également le changement le plus réleest
I'évolution de la classe. Les autres formes infdimes sélectionnées par KPPVFD-S
sont lesk-1 derniéres formes classées. Ainsi, méme si lesi@tes formes classées
représentent plusieurs évolutions différentes diméene classe (cas d'une scission)
elles seront toutes considérées. Aucune nouveliardie n'a donc besoin d'étre
calculée pour trouver ces formes. L'ensemble de&kdesmes représente les nouvelles

formes de la clasgg une fois adaptée,
le nouveau centre de gravi8G'* et I'écart type initialg'™ de la classe sont

calculés. Cette mise a jour est réalisée rapidemeaistjue le nombre de formes dans

la classe évoluée est égdt.a

Cette phase d’'adaptation permet de suivre en ligmelution des classes avec un temps

d’adaptation faible et constant. Puis, les nousefilemes sont classées dans leur classe

correspondante.

2.2.2.c. Validation des classes

Dans cette phase, KPPVFD-S réalise :

la suppression des classes aberrantes et nonep{aidges,
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» la fusion des classes qui ont une similarité forte,

* la scission des classes qui ne peuvent plus éasidi#Erées comme une seule classe.

Le bruit est déja en partie pris en compte pgralametréNbMin, cependant si une classe
considérée comme du bruit est créée, il peut tedssant de la supprimer. Dans le méme
ordre d'idée, une classe transitoire, qui corred@anpassage d'un mode de fonctionnement a
un autre, peut étre considérée comme non repréisent@e fois le mode de fonctionnement
atteint. Enfin le fait de supprimer les classes neprésentatives permet également de tenir
compte de la taille grandissante de I'ensembleldesées. KPPVFD-S intégre un mécanisme
de validité des classes pour supprimer les classeseprésentatives répondant a deux cas :

e un nombre; insuffisant de formes est contenu dans la clagsé)(

* aucune forme n'a été classée dans la classe appusnombren, suffisant de formes

ont été classées dans d'autres classes.

Suite a I'évolution de certaines classes, il @éngt nécessaire de les fusionner. Des classes
évoluant vers une méme direction devraient sansedosionner si leur chevauchement est
suffisant & un moment donné. Pour décider de éasfen, la mesure de similarité définie a
I'équation (2.14) est utilisée entre toutes lesggaile classes apres la classification de chaque
nouvelle forme. Si cette mesure dépasse un deuydl, entre deux classes alors ces dernieres

sont fusionnées.

La détection de la scission est plus difficile quaeir FPMD. Pour savoir que la classe s'est

divisée et qu'elle devrait étre adaptée, plusipassibilités nous étaient offertes :

» vérifier a intervalles réguliers la validité de gha classe,

» calculer la distance entre tous les points, effieérsi plusieurs distances ne sont pas

supérieures a un seulil,

« appliquer FCM et la mesure de validité prédéfimie(214) apres chaque adaptation

d'une classe.

Nous avons choisi d’appliqguer FCM avec la meswealidité sélectionnée aprés chaque
adaptation de la classe pour détecter une scisSiette technique permet de faire gagner un
gain de temps de calcul important par rapport autkea techniques tout en permettant
d'obtenir de bons résultats. Une fois le nombrenito de classes estimé par FCM, la
scission est réalisée si chacune de @etasses contient au moiksformes. En effet, une

classe doit contenir au moimksformes pour étre capable d’en recevoir de nousel le
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nombre de formes n'est pas suffisant au moment oaorhbre de classes est estimé par FCM
alors il faut attendre que ce nombre de formesdca#tsé pour de nouveau vérifier la scission
de la classe.

La figure 2.5 présente I'algorithme général dmithode KPPVFD-S.

Apprentissage des données connues. Initialisation

des parametres des classes

jAl jl’t
'CGI culo-i ni
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Figure 2.5 Description générale de la méthode supervisée KPByttamique (KPPVFD-S).
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La version supervisée de la méthode KPPVFD vieétral'présentée. Dans la partie
suivante, la version semi-supervisée de KPPVFD&sillée.

2.2.3. KPPVFD en version Semi-Supervisée (KPPVFDS$

Dans cette section, une approche semi-superviee&RPVF capable de suivre les
évolutions des classes dynamiques est présentdte @arsion (Hartert, 2010c) a été
développée pour détecter en ligne I'évolution diesses dynamiques, pour adapter leurs
caractéristiques, mais également pour détectepdidgon de nouvelles classes. Cette version
est semi-supervisée dans le but :

» de prendre en considération les informations iesiaconnues d’'un systeme, tel que

'ensemble d’apprentissagereprésentatif des classes connues,

» d'améliorer les caractéristiques des classes ¢isamti les nouvelles formes classées

dans les classes connuwepriori,

» de détecter les nouvelles classes en fonction dastiéns des caractéristiques d’'un

systeme.

De la méme facon que pour la version supervigseévolutions des formes peuvent étre
considéréees méme dans des parties de I'espacepaEsentation ou aucune forme n'a été
apprise. Le fait de détecter les nouvelles clapsesiet de conserver uniquement les formes
qui sont représentatives d’'une classe déja cortbu@ffet dans cette version, une classe qui
commence a se déplacer gardera sa forme initaldjs que les formes en évolution de cette
classe représenteront une nouvelle classe. C'¢t&t neuvelle classe qui va permettre de
mieux estimer le mode de fonctionnement actuel dysteme. Contrairement aux méthodes
de classification dynamique précédemment détailEE81D et KPPVFD-S), I'ensemble des
formes apprises est ici conserve, aucun oubli dade ou de classes n’a lieu sauf en cas de
non représentativité d'une classe.

Les principales phases de fonctionnement de lhodétKPPVFD-SS sont présentées sur

la figure 2.6.
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Phase de validation pour conserver
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seulement les classes utiles

Figure 2.6.Les différentes phases de la méthode KPPVF Dynansiguni-supervisée.

2.2.3.a. Apprentissage et classification

Les phases d’apprentissage et de classificatiohrealisées de la méme fagcon que pour
KPPVFD-S. L'ensemble d’apprentissage est apprisalament. Pour chaque classe apprise

deux formes au minimum doivent étre connues poun@o calculer son centre de gravité
initial (CG'*) ainsi que son écart type initiadr{™ ) par rapport a chaque attrijuCes deux
valeurs ainsi que la valeur actuelle de I'écaretyg'~) vont étre prises en compte dans le
calcul des deux indicateurs d'évolution de la mdéo Elles sont mises a jour
incrémentalement (équations (2.16 et 2.17)). llégstlement important de préciser que pour
tout type de classeCG'~ , g'™et g’ peuvent étre calculés. Dans le cas des classes de
formes complexes nous considérons que plusieuss@asses gaussiennes seront créées puis
fusionnées pour obtenir d'autres types de classes.

Dans la phase de classification de la méthodequshanouvelle forme est classée

séquentiellement en fonction de sksplus proches voisins. Comme pour la méthode
KPPVFD-S, il est donc nécessaire de définir irgtiaént le paramétie
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2.2.3.b. Détection de I'évolution d'une classe

Deux indicateurs d’évolutions sont utilisés poétedter le changement de caractéristiques
de la classe recevant la nouvelle forme. Ces itelica sont les mémes que pour la version
supervisée. Le premier indicateurd;; (équation 2.18) permet d’obtenir une valeur de
compacité de la classe. Le second indicatedy (équation 2.19) représente |'écart entre le
point actuel et le centre de gravité de sa classegpport a I'écart type de la classe. Ces
indicateurs sont mesurés pour chaque attjidet'’espace de représentation.

Tout comme pour la version supervisée de KPPVS, deux seuilghl et NbMin
permettent de valider une évolution lorsqu'un namsuccessif et suffisant de formes ont

réalisées cette évolution.

2.2.3.c. Adaptation d'une classe aprées validatiotle son évolution et création d'une
nouvelle classe

Quand I'évolution d’'une classe est confirmée, naevelle classe est créée par KPPVFD-

SS en se basant seulement sur les formes repridgesi@de I'évolution. La classe a l'origine
de I'évolution conserve toutes ses formes autrescglies de I'évolution.
Les différentes parties de cette phase d’adaptatan:

* la création d'une nouvelle clas€& et la sélection des formes représentatives de
I'évolution. Parmi ces formes, la derniére formelassée est sélectionnée, ainsi que
sesk-1 plus proches voisins. Aucune nouvelle distarealoit étre calculée puisque
lors de la classification deses plus proches voisins ont déja été détermibesette
facon, les points sélectionnés de I'évolution seb@sés sur le changement le plus
récent et sur une zone d'évolution précise,

* la derniere forme classéeet sek-1 plus proches voisins déja connus sont les seules
formes retenues pour la création@e

* lesk formes sélectionnées sont supprimées de la dlasse

+ le centre de gravit€G'* et I'écart type actuet’* de la class€; sont mis a jour,

+ CG'~vet g™ sont calculés pour la clas€& Ces valeurs sont calculées rapidement

car seulk points sont présents dans la classe,

* le nombre de classes de I'espace de représenéstionis a jour.

Cette phase permet de suivre en ligne les évokitddune classe. Si cette derniere est

complexe, une succession de sous classes gaussigounea apparaitre lors de I'évolution.
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En utilisant cette approche, toutes les formeg®iclasses sont conservées dans I'espace de
représentation et une clagSejui évolue génére au moins une nouvelle classsouos-classe

C'. En réalisant cette création de classes, laistist le déplacement de classes sont pris en
compte. Si aucune évolution n’a lieu, les forme# stassées normalement.

Si une classeC est considérée comme inutile, c’est a dire pasplos suffisamment
représentative d’'un mode de fonctionnement, il @&t intéressant de supprimer cette classe
C pour solutionner le probleme de taille grandissal® I'ensemble des données. De la méme
facon, certaines fois deux classes doivent étrieringes puisqu'elles ont fini par méler leurs
caractéristiques. Les solutions pour traiter lesdm classes non représentatives et de classes

devant étre fusionnées sont présentées dans larssaivante.

2.2.3.d. Validation des classes

Le bruit des classes est déja considéré par lhadétKPPVFD par le biais du seuil
NbMin. Cependant, dans certains cas, le bruit ou d'autmeteurs peuvent faire que la
suppression d’'une ou de plusieurs classes devéeeissaire :

* lorsqu’une classe transitoire, c'est-a-dire rel@eux classes, est conservée apres que
la classe de destination soit atteinte. En effettecclasse ne représente pas un mode
de fonctionnement en tant que tel,

» lorsqu’une classe considérée comme bruitée est,créé

* lorsqu’une classe contenant trés peu d’informatestsonservée un certain temps.

Pour considérer ces cas, supprimer les classewette a jour le classifieur, KPPVFD
regarde deux critéres de validité :
e un nombren; insuffisant de formes est contenu dans la clags),
* et aucune forme n'a été classée dans la classasdgpen, formes ont été classées
dans d'autres classes.

Toute classe ne vérifiant pas ces criteres delathin sera supprimée. Il est nécessaire de
préciser que cette suppression de classes norsegpaéves n’'est pas nécessaire pour toutes
les applications. Par exemple pour les applicatimmsidérant des données de
fonctionnement au caractére important ou critigilepeut étre préférable de conserver
'ensemble des données caractéristiques de tgaddsses.

La figure 2.7 présente un exemple de suppresserclasse. Une classe est connue
initialement et de fagcon abrupte un déplacemend dtasse est réalisé par quelques nouvelles

formes. Puis, une nouvelle évolution de la clasterénlisée et elle méne la classe vers sa
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destination finale. Dans ce cas, les quelques ferdes la classe transitoire doivent étre

supprimés. Les paramétres de la méthode KPPVFD&&® ¢e cas sont k=5, th; =5,
NbMin=5, n; =10, n, =20 etthrsio=0,2.
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Figure 2.7. Suppression d'une classe par KPPVFDE&Ss (a), les formes de X sont notées

*' les formes transitoires sont notées '+' etfesmes de la classe évoluée sont représentées

par '«'. (b) Résultats de classification obtenus par KPB\SS.

KPPVFD-SS a considéré la premiéere évolution deldasse comme une nouvelle classe.

Puis, une seconde classe a été créée et la dass#dire qui a alors été considérée comme

non représentative a été supprimeée.

Pour le cas de fusion des classes similaireselsune de similarité précédemment définie

(équation 2.14) a été intégrée a KPPVFD-SS afinédifier si aprés chaque forme classée, il

est nécessaire ou non de fusionner deux classe$ aga similarité supérieure ou égale a

thFusion

Sur la figure suivante 2.8, l'algorithme global @liéé de la méthode KPPVFD-SS est

présenté.
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Figure 2.8 Description de la méthode KPPVFD-SS.
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2.2.4. Définition des parametres des méthodes KPFDR-S et KPPVFD-SS

Les deux versions des méthodes KPPVFD ont besoplusieurs parametres qui peuvent

étre définis facilement. Comme pour chaque méthdelereconnaissance des formes, les

parametres définis influencent les performance<ldssifieur. Cependant, nous proposons

des valeurs par défaut qui sont généralement agtapté& systemes dynamiques :

k correspond au nombre de voisins pris en compte enséthodes KPPV pour
réaliser la classification d'un poirk.estle parametre commun des méthodes KPPV
qui est le plus important. Il devrait étre défim fonction de la taille de la base de
données, du bruit présent sur les observationsydterae et de la proximité des
classes,

th; est un des parameétres les plus importants de KBPWEst pris en compte par les
deux indicateurs d'évolution de KPPVFD. Il permet dktecter les évolutions des
classes. Une classe qui n‘évolue pas aura touggiraémes caractéristiques, méme si
du bruit apparait. Par contre les caractéristiqilese classe changent dans le cas
d’'une évolution abrupte ou progressive. Une valderth; égale a 5 est un bon
compromis permettant d’adapter les classes et t@Arectéristiques sans avoir besoin
d'attendre la détection d’'une évolution importante,

NbMin permet de valider une évolutioNbMin influence les résultats au niveau du
temps d'adaptation de la classe. Il devrait étfmidgu moins égal & (k>1) dans le
but d'attendre suffisamment de formes représeestipour bien estimer les
caractéristiques d'une nouvelle classe. Il ne pist étre non plus défini par une trop
grande valeur pour ne pas retarder la détectiofiéglelution. NbMin devrait étre
défini entrek et k+5, respectivement d est petit ou grand. Ces valeurs ont été
déterminées par expérimentation. ISiet NbMin sont petits, le risque de fausses
alarmes devient plus élevé,

thrusion €St un paramétre d'optimisation utilisé pour foser les classes. En effet,
méme si aucune fusion n'apparait, la simple apgard’'une classe signifie qu'une
évolution du systeme a eu lieu. Dans ce cas, @ammaldevrait étre levée pour appeler
un opérateur humain qui vérifierait I'état du syste Une valeur déhgysion proche de
0,2 permet de fusionner les classes qui ont coménedcavoir les mémes

caractéristiques,
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* ng est un des parameétres utilisé dans la phase atmah des classes. Il devrait étre
deéfini supérieur & (N>k) puisqu'une classe contiendra au mokngrmes (a sa
création). Une valeur par défaut migpeut étrek*2,

* mest un des parametres utilisé dans la phase d#atiah des classes. Sa valeur ne
devrait pas étre définie trop petite puisqu'apeesréation d'une classe, il peut étre
nécessaire d'attendre pour classifier plus de ferdams la classe créée. Au contraire,
si aucune forme n'est classifiée dans la nouvédiese aprés un nombre important de
points, la classe n'est pas ou plus représentdltisagit probablement d'une classe de
bruit ou d'un probleme éphémére qui est apparuessiystéme. La valeur de peut
étre définie par défaut a 20. Ce résultat a étémbpar expérimentation. Cela signifie
qu'une forme sur 20 devrait étre classifiee daneodavelle classe, dans le but de
confirmer progressivement son utilité. Pour lesremitclasses, méme si elles ne
recoivent plus de formes aprés un certain tempes @le seront pas supprimées
puisqu'elles ont déja confirmé leur utilité en ayam nombre suffisant de formes.

Dans la section suivante, des exemples sontagil®ur illustrer et valider les méthodes

de classification dynamiques proposées en utilisargrotocole expérimental.

2.3. Protocole expérimental pour la validation deméthodes proposées

Dans cette partie, nous détaillons les criterevalelation des résultats utilisés dans le
cadre de la classification dynamique. En effet,tmarement aux méthodes de classification
statique il est nécessaire de mesurer l'apporirdthodes dynamiques sur la détection des
évolutions des classes. Une fois ces criteres lid&tales simulations de bases de données
dynamiques réalisées sont présentées pour étigeasildans la partie suivante par chacune
des méthodes dynamiques proposées et par troiodestincrémentales egalement.

Ces exemples de simulations ont pour but d'illud&® résultats des méthodes. C'est dans
le chapitre 4 que les méthodes proposées vontédmkiées autour d'exemples réels en
utilisant le protocole expérimental et les critenl&s/aluation définis.

Lorsqu’une classe a ses caracteristiques qui emaray cours du temps pour au moins un
attribut, il est nécessaire de mettre a jour lesifaeur pour suivre ces changements et ainsi
correspondre au mieux a la classe en évolutiont Pedaire, il est important de seulement
considérer les nouvelles formes représentativess dan mise a jour des fonctions
d’appartenance des classes. Plus on utilise deereprésentatives pour la mise a jour des

classes, plus les fonctions d’appartenance desedaont bien estimées.
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Afin de pouvoir comparer les résultats obtenuslesrméthodes incrémentales avec ceux

des méthodes de classification dynamique propospesre criteres sont utilisés dans ce

manuscrit :

le retard de détection d'une évolution de classda 8étection d'une évolution de
classe n'est pas réalisée avec une méthode, ettanation capitale doit étre connue.
A l'inverse si une évolution est détectée avecetlard, ce retard doit étre communiqué
et si une évolution est détectée a I'avance, Isstaalarme doit étre signalée. Le retard
de détection, NotBetarg, €St Obtenu par :

t =t

t (2.20)

retard méthode “réel

oU tmetodereprésente l'instant ou la méthode a détecté lidiom d’'une classe, éfsel
représente linstant ou I'évolution a vraiment eeul Si aucune détection d’une
evolution n'a lieu,tmethogsc dONCtretarg=%. tretarg PeUt étre donné en secondes ou en
nombre de formes. Dans ce dernier cas, il corraspannombre de formes qu'il a
fallu attendre pour réaliser la détection d’'unelétion,

une mesure d’erreur spécialement définie pour #ssdication dynamique. Cette
mesure, notéeéndy, est le ratio entre le nombre de formes utileseehombre de
formes inutiles conservées par une méthode deifataien pour mettre a jour le
modele d'une classe (les fonctions d’appartenance}. indicateur est considéré

comme un critére de qualité d’estimation des patas@pres la fin de I'évolution des

classes :
CEVO
‘ névoluées X 100
ind. = i=1 névoluées+ Miutites (2 21)
U .
C

‘evol

ou Ngvolueesfeprésente le nombre de formes classées @adent les caractéristiques
ont changéeminuies représente le nombre de formes inutiles, i.eesefjui ne sont
plus représentatives du fonctionnement actuel dtesye, qui sont utilisées pour la
mise a jour des paramétres des fonctions d’apparteEnce,o correspond au nombre
de classes concernées par les évolutions. iRtlysest élevé, plus la mise a jour des
fonctions d’appartenance représente les changensppsrtés par les nouvelles
formes,

le taux d'erreur de classification, n@d.,ssis En effet, les performances du classifieur
se dégradent significativement quand les classetuéwt au cours du temps. Ce

critére peut donc montrer I'intérét de la mise @rjdes paramétres du classifieur afin
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de conserver ses performances. Cette valeur nggsiéd que lorsque l'espace de

représentation contient au minimum deux classegassirest calculée par :
Si Cestimée(xi ) = Créelle(xi )alorS e(Cestimée()ﬁ)’ Créelle()ﬁ )):O
Sinore(cestimé(_(xi )! Créelle(xi »1

n e(Cestimée(xi )’ Créelle(xi ))
err, ., == (2.22)

classif
n

ou n est le nombre de formes classifiéegpermet de savoir si une forme est bien

classifiée,C_.{X Yrorrespond a la classe estimée powt C..(x ) correspond a

la classe réelle de,

» [l'erreur d'estimation des caractéristiques desetasgvoluées, NOt@erestimation QuUand
les classes évoluent, les modeles des classeprseatent plus les caractéristiques
de ces classes. L'erreur d'estimation des carstaf@ies d'une classe est calculée par :

i — gyl
:uestimée ,U‘

j , jo{1...d} (2.23)
|

err

estimation

=ma

ou ' est la moyenne réelle d'une classe par rappdattddutj aprés la fin de son
évolution, 4. .. est la moyenne finale estimée par la méthode aksification pour

cet attribut etd correspond au nombre d'attributs de I'espace piegentation. La
valeur d’erreur d’estimation retenue est la valewamximale d’erreur obtenue par
rapport a tous les attributs. Cette erreur n'ektulée que lorsque l'on connait les

caractéristiques attendues des classes réalisarvatution.

Parmi ces quatre criteres de qualité de la détectes évolutions des classes, le retard de
détection est présenté pour chaque cas de claswificréalisé, par contre, les trois autres
criteres sont donnés en fonction des caractéresigle I'application (plusieurs classes dans
I'espace de représentation, estimation possibleatestéristiques finales d'une classe, etc.).

Ces criteres sont également utilisés pour quantii qualité de classification et de suivi
des classes a l'aide des méthodes incrémentalelssification. En plus d'IFPM, les deux
autres méthodes incrémentales utilisées dans leegsauivantes sont les Séparateurs a Vaste
Marge Incrémentale (SVMI) (Cauwenberghs, 2001) aetméthode des K-Plus Proches

Voisins en version Incrémentale (KPPVI) (Zhou, 20QJ comparaison des résultats de ces
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méthodes incrémentales avec ceux obtenus par l#®des de reconnaissance dynamique
des formes proposées va permettre de voir I'intdi@eur de ces dernieres méthodes pour le
suivi des systemes évolutifs.

Dans les parties suivantes, de nombreuses simngatdie classes dynamiques sont étudiées
et les résultats de classification obtenus pamiéthodes incrémentales et dynamiques sur ces
bases de données sont présentés. Les valeurs @desepas définis pour chaque méthode
sont ceux ayant permis d'obtenir les meilleurs Itétal de classification. La plupart des
exemples illustratifs suivants sont basés sur dekigons de classes gaussiennes. Une classe
gaussienne est représentée par une distributiomat@rde deux variables indépendantes
(moyenne i et écart typeo ). Dans un souci de simplicité de représentation, raMmns
utilisé ces données dans un espace de deux oudiroensions. Tous les résultats obtenus
peuvent étre étendus a des dimensions supériddioes. supposons qu’une unité de temps
correspond a la classification d’un point.

Les premiers résultats de classification présest#g ceux concernant les méthodes
d'apprentissage incrémental.

2.3.1. Limites des méthodes incrémentales pour lesses dynamiques

Classe en déplacement :

Ce premier cas de classe dynamique présente lacd@pént progressif d’'une classe généré
suivant les équations suivantes :

- t=0: 150 formes sont utilisées comme ensemble d'apipsage. Seule la classe initiale est
connue. Les valeurs de moyenne et d'écart typa desse sont pour l'attribut ,=3 et
o'=1, et pour l'attribut 2,4?=3 et ¢*> =1 (Figure 2.9.a).

- t=1 jusque 50 : 50 nouvelles formes apparaissert i@geméme caractéristiques que celles
de la classe initiale ; ainsi il n'y a pas d'éviolutou de déplacement.

- t=51 jusque 200 : un changement soudain apparastidarvaleurs de moyenne de la classe
par rapport a chaque attribyt | D{lz}. Ce changement abrupt est suivi par un

déplacement progressif de la moyenne de la classeapport a chaque attribut (Figure
2.9.b):

wo=p+2+ L0
le(fo 5| Slsts200 (2.24)
2y =p? +2+ 22
Ho) = 150
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- t=201 jusque 300 : 100 nouvelles formes apparaisEfias ont les mémes caractéristiques
gue celles de la classe finale.
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Figure 2.9. Ensemble d'apprentissage pour le cadédacement d'une classe (a). Evolution
de la classe €(b).

La figure 2.10 présente le résultat de classificatobtenu par les trois méthodes

incrémentales.
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Figure 2.10. Classification des formes de la claddglacée par FPMI, SVMI et KPPVI.

Toutes les formes classées par les méthodes iantales ont été considérées comme
représentatives. Ici, seule une classe est coésiddans l'espace de représentation, le
pourcentage de classification n'est donc pas déiRar contre, la valeimd, est loin d'étre
maximale (Tableau 2.1). Ainsi la clasSe actuelle, considérée par ces classifieurs n'est pas
adaptée a la vraie classe dont les caractéristimputeshangé apres déplacement. Ces résultats
ne permettent pas de détecter une évolution dérsgstni de bien estimer les parametres de

la classe.
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Tableau 2.1. Résultats de classification obtenud=paM| (h=5), SVMI (noyau Gaussien

avec variance=10 et constante de régularisationeblKPPVI (k=5), pour le déplacement

d'une classe.
FPMI SVMI KPPVI
indy 66,6 % 66,6 % 66,6 %
€M gimation 29,9 % 29,9 % 29,9 %
tretard Aucune détection Aucune détection Aucune détection

Rotation de classe :

La rotation d’'une classe a été créee afin de céreidun autre type d’évolution. La
rotation d'une classe est présentée sur la figure. 2'écart type de la classe par rapport a
chaque attribut est initialememnt =4 et 0,=0,25. Les 150 formes présentes dans la classe
avant évolution sont utilisées comme I'ensemblppdéntissage (Figure 2.11.a). Puis, entre
t=1 ett=150, de nouvelles formes apparaissent et fontuévdh classe, pour finalement

obtenir une rotation de la classe (Figure 2.11.b).
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Figure 2.11. Ensemble d'apprentissage utilisé pewas de la rotation d'une classe (a).

[C1(0,=0,1,0,=

Espace de représentation contenant les formes atayres évolution de;C

Ces changements sont générés en fonction de ch#gbatj, | D{lZ}, par :

, o, Xt

A T
1<t<15C (2.25)

2' - 2 X Jl xt

H = H 150

La figure 2.12 présente les résultats obtenus I@artrois méthodes d'apprentissage

incrémental pour le cas de rotation d'une classe.
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Figure 2.12. Résultats de classification par FPBYMI et KPPVI.

Les résultats de classification obtenus par leshod&ts incrémentales pour ce cas sont
présentés dans le tableau 2.2. Ces résultats mbmfue la fonction d'appartenance de la
classe est mal caractérisée puisqu'elle comprent %@ formes non représentatives de la

classe. La rotation de la classe n'a donc pastéétde.

Tableau 2.2. Résultats de classification obtenuspMI (h=5), SVMI (hoyau Gaussien

avec variance=10 et constante de regularisationebKPPVI (k=5), pour le cas de rotation

d'une classe.
FPMI SVMI KPPVI
indy 50 % 50 % 50 %
€MMestimation 3,3% 3,3% 3,3%
tretard Aucune détection Aucune détection Aucune détectio

L’erreur d’estimation est calculée a partir deteues de moyenne de chaque classe par
rapport a chaque attribut. Elle ne permet pas pewas de rotation de montrer les limites des

méthodes incrémentales puisque la moyenne dedsec&volue peu.

Fusion de deux classes :

Ce cas présente deux classes se déplacant vergoneecommune pour réaliser leur
fusion. Ce cas est illustré par la figure 2.13.flision de deux classes (c'est-a-dire de deux
modes de fonctionnement) peut représenter le cae dvolution temporelle d'un systéme
vers un nouveau mode de fonctionnement (normal éailthnt). La base de données des
deux classes qui fusionnent a été créeée comme suit
- t=0 : 125 formes sont utilisées pour apprendre destions d'appartenance de la claSse

(1r=5, 4*=T7) et 125 autres formes sont utilisées pour lasel@, (=15, 4*>=7). L'écart
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type de ces classes est égal a 1 pour chaqueuttt@les formes d'apprentissage sont
représentées sur la figure 2.13.a.

- t=1 jusque 150 : les nouvelles formes appartenahague classe se dirigent vers une zone
commune aux deux classes (Figure 2.13.b). Ces eh@1gs sont générées pour les deux

classes en fonction de chaque attrjb(ut]{lz}, par :

. 3xt |
# (1) :,U11+2+E
Ci: . 1<t <150, (2.26)
20y = 2 + 2+
uy () = iy 150/
Ty — o1 3xt7
M () = 1, _Z_E)
Co: X 1<t <150, (2.27)
S(t) =i +2+—
Uy (t) = 45 150]

- t=151 jusque 275 : de nouvelles formes sont génénéssles mémes caractéristiques que
la classe évoluée.
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+ * . g
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Figure 2.13. Ensemble d'apprentissage des deuseta@). Fusion des classesel G (b).

Les méthodes incrémentales ont déja montréeslieitss de suivi d'évolution concernant
le suivi du déplacement d'une classe. Ici, le @kdusion de deux classes reprend en partie
le méme schéma (déplacements de deux classeskatles-ci doivent étre fusionnées. Ainsi,
les méthodes incrémentales conservent égalemdrgnisemble des formes classées depuis la
phase d'apprentissage de la méthode. Une mesusimilarité est ensuite utilisée pour
décider si les classes sont similaires et si elt@gent étre fusionnées. La mesure de similarité
trouvée est suffisante pour réaliser cette fusioresla classification de 273 formes, ce qui
permet d'obtenir le résultat de classification ddigure 2.14. C'est grace a la fusion des

classes que les méthodes réussissent pour cadéascéer I'évolution des classes.
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Figure 2.14. Résultat final de classification ohterpar les trois méthodes incrémentales
apres fusion des deux classes.

La classe obtenue sur la figure 2.14 contient éerde des points classifiés. Parmi ces
derniers, de nombreux points sont pourtant compiéte non représentatifs des

caractéristiques nouvelles de la classe (Tableju 2.

Tableau 2.3. Résultats de classification obtenud=paMI| (h=5), SVMI (noyau Gaussien
avec variance=10 et constante de réegularisationebKPPVI (k=5), pour le cas de fusion de

deux classes dynamiques.

FPMI SVMI KPPVI
indy 68,8 % 68,8 % 68,8 %
eI, qimation 10,9 % 10,9 % 10,9 %
tretard 273 formes 273 formes 273 formes

Scission de classe

La figure 2.15 présente le cas de scission d'lasse vers deux directions opposées.
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Figure 2.15. Classe initiale de I'ensemble d'appismage (a) avec I'ensemble des formes de

I'évolution et leurs numéros de classes attendus (b

La base de données de ce cas a été créée awludersps comme suit :
-t=0 : 100 formes sont utilisées pour l'apprentisshgelassifieur (Figure 2.15.a).
- t=1 jusque 150 : les nouveaux points évoluent dans dlirections différentes (Figure

2.15.b). Cette évolution est générée pouen fonction de chaque attrijug D{lZ}, par :

. 4%t |
I =/'111_2_E
1<t <150 (2.28)
qu' :lu2 —2-&
o 150
. 5xt |
My :,U11+2+E
1<t < 150 (2.29)
qu' :lu2 —2-&
o 150

- t=151 jusque 250 : de nouvelles formes sont clasméss les mémes caractéristiques que
les dernieres formes de I'évolution.

La figure 2.16 présente le résultat de classifioabbtenu par les méthodes incrémentales.

Ce résultat est le méme peu importe la méthode.
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Figure 2.16. Résultat final de classification ohterpar chacune des méthodes incrémentales

pour le cas de scission d'une classe.

Avec les méthodes incrémentales, toutes les foonkété classifiées dans la méme classe.
Aucune détection de la scission n'est possibleteBoles formes inutiles ont été conservées

dans la classe finale (Tableau 2.4).

Tableau 2.4. Résultats de classification obtenuspMI (h=5), SVMI (hoyau Gaussien

avec variance=10 et constante de regularisationebKPPVI (k=5), pour le cas de scission

d'une classe.
FPMI SVMI KPPVI
indy 71,4 % 71,4 % 71,4 %
tretard Aucune détection Aucune détection Aucune détection

L'erreur de classification obtenue par chaque au&hncrémentale est due a la non prise

en charge du changement de structure du classifiest-a-dire du nombre de classes.

Déplacements menant & un chevauchement partiel

Pour cet exemple, les fonctions d'appartenanceedg dlasses initiales sont apprises par

les trois méthodes incrémentales. Chacune de cesafEsses est représentée par 150 points.

Puis, un déplacement de 200 formes est géneérgenke chaque classe vers la classe opposée.

Sur la figure 2.17, I'ensemble d'apprentissagesefdrmes de I'évolution sont représentées.
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Figure 2.17. Les deux classes initiales (a) aveddemes de I'évolution a classifier. Dans (b)

chaque nouvelle forme est représentée par son ruudeeclasse attendu.

Le déplacement de chaque classe est créé par :

[ (1) = i+ 2+ 22

Cr: 200 | 1<t <20c (2.30)
() = 6t
200
(1 (1) = it +19- 221

C: 200 | 1<t<20c (2.31)
WP ()= 43t
200

Les résultats de classification obtenus par les tre@thodes incrémentales sont présentés
dans le Tableau 2.5 et sur la figure 2.18.
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Figure 2.18. Frontiére de décision initiale entesldeux classes (a). Frontiére de décision
obtenue par FPMI (--), SVMI (-) et KPPVI (..) (Bur (b) chaque nouvelle forme est

représentée par son numéro de classe attendu.

101



Tableau 2.5. Résultats de classification obtenud=paMI| (h=5), SVMI (noyau Gaussien
avec variance=10 et constante de régularisationebKPPVI (k=5), pour le cas de

déplacements de deux classes menant a un chevaaerthesntiel des classes.

FPMI SVMI KPPVI
eI ¢lassif 43,8 % 50,5 % 10,5 %
indy 57,1 % 57,1 % 57,1 %
tretard Aucune détection Aucune détection Aucune détection

Toutes les formes classifiées par FPMI, SVMI et KPBnt été considérées comme
représentatives des caractéristiques actuelleslagses. Cette considération ne permet pas de
bien classifier les nouvelles formes et de bienmest les paramétres des classes. Les
frontiéres de décision de la figure 2.18.b moritgere la séparation des classes n'est pas bien
réalisée par chacune des méthodes incrémentalssul®s les formes représentatives avaient

été conservees, il aurait été possible de sépaneratement les classes évoluées.

Les cas de simulations d’évolution de classesogtiété présentés permettent de voir que
les méthodes incrémentales de reconnaissance mhessfege limitent & classer avec la méme
informativité chacune des nouvelles formes. En envat les formes inutiles, ces méthodes
ne peuvent pas détecter les évolutions des clédsseavec un retard important) et peuvent
méme fausser le résultat de classification.

Pour solutionner ces limitations, et pour perneektr suivi des modes de fonctionnement
des systemes évolutifs, les méthodes de reconnaessiynamique des formes proposées
peuvent étre utilisées. Les résultats de classicaobtenus par la méthode FPMD sur les

mémes cas de simulations sont présentés dandiaqavante.

2.3.2. Application de la méthode FPMD sur des class dynamiques

FPMD a été testée sur les différents exemplesna@aions présentés dans la partie 2.3.1.
Les valeurs dehl etth2 qui ont été sélectionnées pour chaque cas stiat germettant

d’obtenir les meilleures performances pour FPMD.

Classe en déplacement
La méthode FPMD a été évaluée sur le déplacenient cclasse généré suivant les

équations (2.24). Les valeurs de résidu obtenuegrgssivement apres la classification de

chaque forme dans la classe sont représentées figuirie 2.19.
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Figure 2.19 Valeurs de résidu obtenues par FPMD pour le dépteaa d'une classe.

En se basant sur la figure 2.19, nous pouvonsuwengue :

- entret=1 ett=50, I'évolution de la classe n’a pas encore conu@gn

- at=51, I'évolution de la classe a commence,

- at=189, le déplacement de la classe est terminé. @Retecter la fin de ce déplacement et
pour valider I'évolution,th2 a été fixé a 0,7. Cette valeur a été déterminge p
expérimentation. Toutefois, avec la valeur par atétke th2=0,5, le modéle de la classe
aurait également été adapté, i.e. mis a jour (Eiguz2).

- finalement, entré=190 ett=300 aucune évolution n'est observée et la valeurédidu est
faible et inférieure &hl pour ces nouvelles formes. La classe est dorfuilisée et ces

formes sont classées normalement.

La figure 2.20 présente les mesures de représet@atalculées pour I'évolution de la

classe a=189 pour chaque attribut.
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Figure 2.20. Mesures de représentativité pour ksds des histogrammes en fonction de

I'attribut 1 (a) et de I'attribut 2 (b) pour le cadu déplacement de classe.
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Les valeurs de représentativité sont négatives goatre des barres initiales par rapport a

I'attribut 1 (barres 1 a 4) et a l'attribut 2 (besrl a 4). Au contraire, ces valeurs sont positives

pour les nouvelles barres. Le déplacement de Issela été bien détecté pour les deux

attributs. La figure 2.21 décrit le résultat dessléication obtenu par FPMD aprés évolution,

lorsque I'adaptation des histogrammes a été réalisé
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Figure 2.21. Résultat de classification obtenu PRMD aprés classification de toutes les

formes du cas du déplacement.

En utilisant la valeur par défaut tl&2, 0,5, plusieurs adaptations du modeéle de la elass

sont réalisées. Sur la figure 2.22.a, on peutqoé suite a la premiere adaptation, I'évolution

de la classe n’est pas finie, d’autres adaptatitenk classe sont donc réalisées. En utilisant

une valeur deh2 inférieure a celle utilisée sur la figure 2.1B2€0,7), moins de formes

représentatives de I'évolution sont utilisées mauactériser la classe lors de chacune de ses

adaptations. Par conséquent, le nombre de fornaesitmires conservées dans la classe

adaptée est donc également moins important (FR)@&b).
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Figure 2.22. Résidu (a) et résultat de classifisatobtenu par FPMD pour th2=0,5 apres

classification de toutes les formes du cas du axépleent.
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Le résultat de la figure 2.22 montre que le charaggrde modeéle de la classe a été réalisé
tout comme pour la figure 2.19. Plus d’adaptationsété réalisées, c’'est pourquoi le modele
de la classe n'est pas le méme. A partirtd208, une nouvelle évolution de classe est
détectée, mais le résidu n’atteint plad (avantt=300). Dans ce cas, le modele de la classe est
mis & jour incrémentalement, et le contour de d@s® est adapté avec chacune des nouvelles
formes. En réalisant plus d’adaptations la clags#ient moins de formes représentatives
mais elle contient également moins de formes trainss.

Pour le cas du déplacement, avec les deux vabkirparametres utilisé$h2=0,5 ou
th2=0,7, le classifieur s'est adapté aux formes sapréatives. Les valeurs de moyenne sur
chaque attribut sont proches de celles attendoesrairement a celles que I'on obtient avec
une méthode incrémentale. Cependant, &v2e0,7, certaines formes réalisant le pont entre
la classe initiale et 'emplacement final de lasska évoluée sont conservées par FPMD. Ces
formes sont représentatives de I'évolution de éss® mais elles représentent une transition.

Les résultats de classification de FPMD pour cesmag résumés dans le Tableau 2.6. Le
temps maximal de classification d'une forme estl é&2x107s et le temps moyen de

classification est égal 4x107s.

Tableau 2.6. Résultats de classification obtenudPMD (h=5, th1=0,1 et th2=0,7) et
FPMD (h=5, th1=0,1 et th2=0,5) pour le cas de démement d'une classe (Figure 2.9).

FPMD th2=0,7 FPMD th2=0,5
indy 100 % 100 %
errestimation 5’2 % 216 %
tretard Pas de retard Pas de retard

Les résultats de classification obtenus pour lgladd@ment permettent de constater que
I’évolution de la classe est bien détectée par FPDplus, seules les formes représentatives
de I'évolution sont conservées. L'influence ttié est ici démontrée au niveau du nombre de

formes transitoires conservées dans la classeéalapt

Rotation de classe

Les valeurs de résidu obtenues pour ce cas guétsentées sur la figure 2.23.
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Figure 2.23 Valeurs de résidu obtenues par FPMD pour la clagsdisant une rotation.

En se basant sur la figure 2.23, nous pouvons ganaue l'utilisation deth1=0,1 et
th2=0,65 permet de détecter la rotation de la cla€&s valeurs ont été obtenues par
expérimentation, elles permettent de contenir deride des formes représentatives de la
classe évoluée a l'aide d'une seule adaptatiorurAtetard de détection n'a lieu, toutefois le
résidu ne détecte pas d'évolution dés la classditaes premieres formes. Cela est di au fait
que les premieres formes classées sont situéesndie ae la classe. Aucune évolution n'a
donc lieu & l'apparition des nouvelles formes. Sla figure 2.24, les mesures de
représentativité correspondent a I'évolution deldsse a=132 pour les deux attributs.

(a) (b)
Figure 2.24 Mesures de représentativité des barres des histogras en fonction de
l'attribut 1 (a) et de l'attribut 2 (b).

Les valeurs de représentativité montrent quedasel a réalisé une scission sur lattribut 2
et qu’elle s’est resserrée sur l'attribut 1. Lessares de représentativité des barres centrales
de I'histogramme de la classe sont négatives coaoér’attribut 2 puisque le nhombre de

formes qui sont apparues dans ces barres reste fab rapport au nombre de formes qui
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étaient déja présentes dans ces barres. Cepemelamaleurs de possibilité de ces barres
restent différentes de O aprés adaptation (Figu2g.&2 et figure 2.25.b). Cela est du au fait

gue de nombreuses nouvelles formes, conservéededalae d’évolution, appartiennent a ces

barres. Cette information est utile pour distinguee rotation, d’'une scission de classe

comme nous allons le voir dans une prochaine secises.
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Figure 2.25. Histogrammes de possibilité poye@ fonction de I'attribut 1 (a) et de

I'attribut 2 (b) pour la rotation de la classe.

La figure 2.26 permet de voir le résultat de dfeesdion obtenu par FPMD pour le cas de

la classe réalisant la rotation, une fois que paaBon des histogrammes a été réalisée.
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Figure 2.26 Résultat de classification obtenu par FPMD

Le classifieur a été adapté avec toutes les fomem®sentatives conservées dans le bloc

d’évolution depuis la détection de [I'évolution de klasse. Les nouvelles formes

représentatives de la classe sont les seules mise®mpte dans le calcul de la fonction

d’appartenance. Les résultats de classificatiorFBID pour ce cas sont résumés dans le

Tableau 2.7. Le temps maximal de classificatiomelforme est égal 8x107s et le temps

moyen de classification est €gaB&10~s.
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Tableau 2.7. Résultats de classification obtenud-pMD (h=5, th1=0,1 et th2=0,65) pour
le cas de rotation d'une classe (Figure 2.11).

FPMD

indy 100 %

errestimation 3!3 %
tretard Pas de retard

Fusion de deux classes

FPMD a été appliquée au cas de deux classes kaépl’'une vers l'autre pour réaliser
une fusion. Deux résidus sont observés en fonctiotemps (Figure 2.27). Les valeursthe
et th2 sont les mémes pour chaque classe puisque ltmoldes deux classes suit la méme

dynamique (équations (2.26) et (2.27)).

07 th21: th 2,=0,7

01y thl]_: th 1,=0,1
0 . . . *---MJ-%M t

50 100 180 200 250

Figure 2.27 Valeurs de résidu pour les deux classes du caa fiesion.

La figure 2.27 permet de conclure les remarquasstes :
- at=1, les évolutions d€; etC, sont détectées,
- at=165,C, est adaptée puis la classe n’évolue plus,
- a t=188,C, est adaptée, et aucune évolution n’apparait ensuit

Les valeurs de représentativité de ces deux classd présentées sur la figure 2.28 entre
le commencement de I'évolution de chaque classke ehoment ou les classes cessent
d’évoluer. La figure 2.28 permet de voir les vatede représentativité pour les barres des
histogrammes de chaque classe. Pour les attribett? 1plusieurs des sept barres initiales des
deux classes ne sont plus utiles. Ainsi, un dépiace est bien détecté pour chaque classe en

fonction de tous les attributs.
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Figure 2.28 Valeurs de représentativité des barres des histognas de C(a et b,

respectivement pour l'attribut 1 et 2) et dg(€C et d, respectivement pour l'attribut 1 et 2).

Dans le but de voir si le déplacement de ces diasses mene a leur fusion, la mesure de

similarité o,, est calculée enti@€, etC, apres classification de chaque forme. A l'insta,

0,, est égal a 0. Aprés adaptation, due au déplacemesndeux classes, cette mesure devient

supérieure ath3=0,2, les classes peuvent alors étre fusionnées.réisultat final de

classification avant (Figure 2.29.a) et apres
2.29.

" Attribut 2 ; "

1

Attribut 1

C]_' (8,7 ; 9,8) Cz' (11,3 X 9,8)

(FAg129.b) fusion est présenté sur la figure

" Attribut 2

Cu (1*=10,0 ; 42=9,8)

Attribut 1

L I I I L I
2 4 6 & 10 12 14 16 18

(@

L I L
2 4 6 § 10 12 14 16 18

(b)

Figure 2.29. Résultat de classification obtenu PRMD avant (a) et apres (b) fusion.
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FPMD a bien suivi le déplacement des deux classés fusion a été réalisée. La classe
finale est proche de celle attendue, cependanedaic nombre de formes transitoires ont été
conservées dans la classe adaftés résultats de classification de FPMD pour ce szt

résumeés dans le Tableau 2.8. Le temps maximal asifitation d'une forme est égal a

3x107*s et le temps moyen de classification est égak407s.

Tableau 2.8. Résultats de classification obtenus=paMD (h=7, th1=0,1 et th2=0,7 pour
chaque classe, th3=0,2) pour le cas de fusion tesses (Figure 2.13).

FPMD

indy 100 %

errestimation 3,0 %
tretard Pas de retard

Scission de classe

La méthode FPMD a été évaluée sur la scissionedtlasse générée par les équations
(2.28) et (2.29). Les valeurs de résidu obtenusguia la premiére adaptation de la classe
sont représentées sur la figure 2.30.

09r = Rl

0Tk th2 = 0,75

01 thl = 0,1
| t

L L L L L L 1 1 1 1
0 5 10 15 20 25 30 35 40 45 50

Figure 2.30 Valeurs de résidu obtenues par FPMD pour le casaigsion d’'une classe.

La figure 2.30 montre que I'évolution est détectépidement. La classe est adaptée a
t=53. A ce moment, les valeurs de probabilité samlyEées pour chaque attribut. La
probabilité de deux barres, au centre de I'histogne, est égale a 0 concernant I'attribut 1
(Figure 2.31.a), ce qui permet de détecter unesiscisat=53. Aucune nouvelle forme
conservée dans le bloc d'évolution n’appartiented barres. La figure 2.31 montre les

mesures de représentativité pour la scission dilasse aprés adaptation des histogrammes.
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Figure 2.31 Valeurs de représentativité pour les barres demgmmmes de l'attribut 1 (a)

et de I'attribut 2 (b) pour la scission de classe.

La figure 2.31 permet de voir les barres avecwddsurs de représentativité négative au
centre de la classe par rapport a l'attribut 1. akeurs de possibilité de certaines de ces
barres sont égales a 0 apres adaptation (Figua.Zontrairement au cas de la rotation

d’'une classe. Concernant l'attribut 2, un déplacdraetté détecté.

| |
. L A
0.6 06
0.4 04
0z 02
oL by oL bi
(a) (b)

Figure. 2.32 Histogrammes de possibilité pour la classee@ fonction de I'attribut 1 (a) et

de I'attribut 2 (b) pour le cas de scission d’urasse.

La figure 2.32 permet de voir pour l'attribut 1egqaleux barres (barre 7 et barre 8)
positionnées au centre de I'histogramme de la eJasd des valeurs de possibilité égales a 0.
Cela indique qu’aucune nouvelle forme conserves tambloc d’évolution n’appartient a ces

deux barres. La figure 2.33 permet de voir le tésule classification obtenu par FPMD aprés
adaptation du classifieur.
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sification obtenu par FPMD aprdapatation de la classe ayant

subit une scission.

La scission de la classe a été détectée par FPEID Imnombre de classes résultantes et

leur partitionnement n'a pas encore été détermhidsi, la méthode FCM a été appliquée

avec l'indice de validité défini en (2.15), poupurer le nombre optimal de classes. Le

tableau 2.9 donne la mesure de validité obtenu ploisieurs nombres de classes.

Tableau 2.9. Mesures de validité pour la classewob¢ apres scission.

Nombre de classes

Mesure de validité
correspondante

0,03

0,34

0,21

gl iwiN

0,33

La valeur minimale est obtenue pa=2 ce qui indique que le meilleur nombre de classes

est deux. La figure 2.34 montre le résultat desifiaation obtenu par FCM avec 2 classes.
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Figure 2.34 Résultat de classification obtenu par FCM pourl@sse de scission.

Chacune de ces deux classes suit ensuite un dépat. Le résultat final de classification

des nouvelles formes par FPMD est présenté sigueef2.35.
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Figure 2.35 Résultat final de classification obtenu par FPM&uple cas de la scission

o

d’une classe.

Les deux classes présentées sur la figure 2.35rembrqgue FPMD a permis de suivre
I'évolution des deux classes obtenues. Les valdessmoyennes de ces deux classes finales
sont proches de celles souhaitées, cependant utie gas formes sont transitoires. Les
résultats de classification de FPMD pour ce cas gsumeés dans le Tableau 2.10. Le temps

maximal de classification d'une forme est égalx1072s (FCM compris) et le temps moyen

de classification est égal3x107s.

Tableau 2.10. Résultats de classification obterardHPMD (h=6, th1=0,1 et th2=0,75),

pour le cas de scission d'une classe (Figure 2.15).

FPMD
EITclassif 0%
indy 100 %
tretard Pas de retard

Déplacements de deux classes menant a un chevagicheantiel des classes

Les valeurs de résidu obtenues par FPMD aprdadaification de chacune des formes de

ce cas sont représentées sur la figure 2.36.
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Figure 2.36. Résidu obtenu par FPMD pour le déphaest de deux classes.

En se basant sur la figure 2.36, on voit que plusiévolutions de classes ont été détectées
et confirmées par le résidu de FPMD. Les mesuragpli@sentativité de ces classes ne sont
pas représentées compte tenu du nombre d'adaatémiisées. Aprés chacune de ces
évolutions, les parameétres des classes ont étéanosir. Les classes finales évoluées et

adaptées obtenues par FPMD sont présentées sguira 2.37 et les résultats de classification
sont détaillés dans le tableau 2.11.
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Figure 2.37. Résultat final de classification ohigrar FPMD. La frontiere de décision

obtenue par FPMD est représentée par *-.

Tableau 2.11. Résultats de classification obteraudPMD (h=3, th1=0,1 et th2=0,5).

FPMD
€IT¢lassif 0%
indy 100 %
tretard Pas de retard

L'utilisation des formes récentes et représerdgatsy permis de bien estimer les fonctions
d'appartenance des classes et ainsi de réalisdyamme classification des formes au fur et a

mesure de I'évolution de la classe. Le temps maxdealassification d'une forme est égal a
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2x107s et le temps moyen de classification est égaka0°s. La frontiére de décision de
la figure 2.37 montre que la prise en compte deoli@tion des classes a bien été réalisée et
gu’elles sont bien sépareées.

Les cas de simulations d’évolution de classequité présentés, permettent de voir que
la méthode FPMD permet de conserver les seuless®représentatives d’une évolution de
classe. FPMD a montré ses capacités a suivre @sténs des classes dynamiques, mais
quelques formes transitoires représentatives dedutédans peuvent quand méme étre
conservées dans les classes adaptées. Les seudsétatdion et de confirmation d'une
évolution, respectivemerthl etth2 doivent étre bien déterminés dans le but de ttées
évolutions de la classe et de bien adapter leunstitns d’appartenance. Toutefois, les
valeurs définies par défaut pour ces seuils peemegénéralement de détecter les évolutions
de classes et de les adapter. Ces seuils inflummderretard de détection des évolutions ainsi
gue le nombre de formes représentatives utiliséaslp mise a jour d'une classe.

Dans la partie suivante, les résultats de clasgiin de la méthode KPPVFD-S sont

présentés sur les mémes exemples d'évolutionagses dynamiques.

2.3.3. Application de la méthode KPPVFD-S sur dedasses dynamiques

KPPVFD-S a été testée sur les difféerentes basdsmgees présentées dans la partie 2.3.1.
Les valeurs des paramétres définis pour l'utiisatie la méthode sont celles permettant

d’obtenir les meilleures performances.

Classe en déplacement :

La méthode KPPVFD Supervisée a été évaluée sdépcement d’'une classe généré
suivant les équations (2.24). La classe qui évekteadaptée deux fois par la méthode pour
arriver finalement au résultat présenté sur larédli38.

» La premiere adaptation de la classe a liet6d,
» La seconde adaptation de la classe a lie1t1 83.
Puis les formes suivantes sont classées dansasseclsans qu'une nouvelle évolution

suffisamment importante soit détectée.
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Figure 2.38. Résultat de classification obtenu KBPVFD-S apreés classification de toutes

les formes du cas du déplacement.

Le classifieur a réalisé le suivi de la classeitdisant seulement les formes représentatives
de [I'évolution. Une fois ['évolution terminée, lewuvelles formes sont classifiées
normalement. Trés peu de formes transitoires 0@t @inservées. Les résultats de

classification de KPPVFD-S sont résumés pour ledcagéplacement dans le Tableau 2.12.

Tableau 2.12. Résultats de classification obterauKPPVFD Supervisée (k=5 ; th1=5;
NbMin=10 ; thesiori=0,2 ; Mm=10 et =20) pour le cas de déplacement d'une classe ([Eigur

2.9).
KPPVFD Supervisée
indy 100 %
er.res.timation 1!3 %
tretard 4 formes

Le temps maximal de classification d'une formeégstl a2x107s et le temps moyen de

classification est égal 2x107%s.

Rotation de classe :

KPPVFD-S a étalement été testée sur le cas detdian d'une classe. La figure 2.39
permet de voir le résultat de classification obt@an la méthode une fois que la derniere

adaptation de la classe a été réalisée et quertee$ suivant I'adaptation ont été classifiées.
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Figure 2.39 Résultat de classification obtenu par KPPVFD Suisés/

Pour ce cas, une seule adaptation a eu liggld6. Puis les formes restantes ont été
classées dans la classe adaptée. L'ensemble dettsesle classification obtenu par la

méthode est présenté dans le Tableau 2.13. Le terapisnal de classification d'une forme

est égal Bx107*s et le temps moyen de classification est égzH07°s.

Tableau 2.13. Résultats de classification obteraus®PVFD Supervisée (k=7 ; th1l=4;
NbMin=7 ; theysior=0,05 ; m=10 et =20) pour le cas de rotation d'une classe (Figurgld.

KPPVFD Supervisée
indy 100 %
errestimation 3,3 %
tretard Pas de retard

Fusion de deux classes

Le cas de la fusion de deux classes est présant abtte partie en utilisant la méthode
KPPVFD Supervisée. Plusieurs adaptations des dewsses ont eu lieu ce qui signifie que
I'évolution de chaque classe a été détectée. Peig, a petit les classes adaptées se sont
suffisamment chevauchées pour devoir étre fusiareaefigure 2.40.a représente les classes
trouvées avant leur fusion et sur la figure 2.46.Ibésultat de la fusion des classes et de la
classification de I'ensemble des formes est présent
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Figure 2.40. Résultat de classification obtenu KBPVFD Supervisée avant fusion (a) et

apres fusion et classification de I'ensemble dands (b).

Les résultats de classification obtenus par lehott sont présentés dans le tableau 2.14.
Le temps maximal de classification d'une formeéestl 49x107s et le temps moyen de

classification est égal 2x107%s.

Tableau 2.14. Résultats de classification obterauKPVFD Supervisée (k=5 ; th1=5;
NbMin=10 ; theusior=0,2 ; m=10 et B=20) pour le cas de fusion de deux classes (Figure

2.13).
KPPVFD Supervisée
indy 100 %
err.es.timation 210 %
tretard 7 formes

Scission de classe :

La méthode KPPVFD-S a été utilisée pour le casassion d'une classe dynamique
également. Plusieurs adaptations de la classe wliie@ pour ce cas. Suite a la premiéere
adaptation de la classe=8, une scission a été détectée par FCM pour urbrede classe
optimal trouvé égal a 2. Seulement en se basamé¢ snodele de FCM a ce moment, trop peu
de formes (moins d&) sont présentes dans les 2 classes estiméed diors nécessaire
d'attendre qué&x nouveaux points apparaissent afin de revérifiela sicission est toujours
nécessaire. A=18, la classe adaptée obtenue par KPPVFD-S dstdmela figure 2.41.
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Figure 2.41 Résultat de classification obtenu par KPPVFD Suijsée a t=18.

A t=18, la classe est de nouveau étudiée par FCM ehdsures de validité correspondant

a plusieurs nombres de classes sont données dafddau 2.15.

Tableau 2.15. Mesures de validité pour la classemie a t=18.

Mesure de validité
correspondante
0,03
0,18
0,20
0,40

Nombre de classes

g IW|IN

La valeur minimale obtenue dans le tableau 2.15 ge2 indique que le meilleur nombre
de classe trouvé est deux. La figure 2.42 montrédaltat de classification obtenu par FCM

avec 2 classes.
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Figure 2.42 Résultat de classification obtenu par FCM pourds de scission.

La scission d’'une classe en deux classes a éétéét Ainsi, deux classes sont obtenues et

le reste de la classification peut avoir lieu. Ghecdes deux classes suit un déplacement et
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est adaptée plusieurs fois pour obtenir le résiitetl de classification par KPPVFD-S

présenté sur la figure 2.43.
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Figure 2.43 Résultat final de classification obtenu par KPP\/Bpour le cas de la scission

d’une classe.

Les deux classes présentées sur la figure 2.43rembnjue KPPVFD-S a détecté les
évolutions des classes et qu'avec son mécanisrseision, deux classes ont été obtenues.
Les résultats de classification de la méthode KHP*@Fpour ce cas sont résumés dans le

Tableau 2.16. Le temps maximal de classificatiamel'forme est égal 8x107%s (FCM

compris) et le temps moyen de classification eat @ x107°s.

Tableau 2.16. Résultats de classification obterauKPVFD Supervisée (k=9 ; th1=5;
NbMin=15 ; theusior=0,2 ; m=10 et =20) pour le cas de scission d'une classe (Figul&R

KPPVFD Supervisée
EITclassif 0%
indy 100 %
tretard Pas de retard

Déplacements de deux classes menant a un chevaechpartiel des classes

Ce dernier cas d'illustration présente le déplardrsimultané de deux classes dans une
direction opposée. Cette évolution de classe ptésan cas ou les nouvelles classes
dynamiques évoluées vont chevauchées les classakement apprises. La figure 2.44 et le
tableau 2.17 montrent les résultats de classifinatbbtenus par la méthode KPPVFD

Supervisée pour cette base de données.
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Figure 2.44. Résultat final de classification ohtgrar KPPVFD Supervisée. La frontiére de

décision obtenue par KPPVFD-S est représentée-par *

Tableau 2.17. Résultats de classification obterauKPPVFD Supervisée (k=5 ; th1=5;
NbMin=10 ; th=sior=0,2 ; m=10 et B=20) pour le cas de déplacements de deux classes

menant a un chevauchement (Figure 2.17).

KPPVFD Supervisée
EIMclassif 0%
indy 100 %
tretard 5 formes

Chague classe a été adaptée plusieurs fois as dauemps. De cette facon les transitions
successives des modes de fonctionnement ont puméses a jour jusqu'a arriver a la
localisation finale de chacune des classes. Gracesamultiples adaptations, le suivi des
classes a pu étre réalisé, aucune erreur de daasisi n'a eu lieu et seules les formes
représentatives des modes de fonctionnement omibéservées. La frontiere de décision de
la figure 2.44 montre que les classes obtenuesksentséparées et que leurs modéles sont
bien adaptés. Le temps maximal de classificationedforme est égal 4x107s et le temps
moyen de classification est égaB&107s.

Dans la partie suivante, la méthode KPPVFD SermpieBusée est également appliquée sur

les mémes exemples de classes dynamiques.

2.3.4. Application de la méthode KPPVFD-SS sur dedasses dynamiques

Les résultats obtenus avec la méthode KPPVFD-8%swbases de données présentées
dans la partie 2.3.1 sont détaillés dans cetteeparés valeurs des parametres définis pour
l'utilisation de la méthode sont celles permettdinbtenir les meilleures performances. Les

numéros des classes montrés par KPPVFD-SS ne pondent pas forcément a I'ordre de
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leur apparition. En effet, avec les procédures wgoh et de suppression des classes, les

numéros des classes évoluent en permanence.

Classe en déplacement :

Lors de la classification des formes évoluant densadre de la classe se déplacant
(équation 2.24), plusieurs classes ont été crékes, certaines d'entre elles ont été fusionnées
et d'autres supprimées. Le résultat final de diaatbn obtenu par la méthode KPPVFD

Semi-Supervisée est présenté sur la figure 2.45.
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Figure 2.45. Résultat de classification obtenu KBPVFD-SS apreés classification de toutes

les formes du cas du déplacement.

La méthode a réussi a détecter I'évolution dddsse. Une partie des formes transitoires
n'a pas encore été éliminée, mais une partie jeaédé, en effet sur les 450 formes de l'espace
de représentation, il en reste 415. La classealai@; a conservé ses caractéristiques et la
classeC, correspond bien a la classe attendue. Les résdlkactlassification de KPPVFD-SS

sont résumés pour le cas du déplacement dans lealiab.18.

Tableau 2.18. Résultats de classification obteraukPPVFD Semi-Supervisée (k=5 ; th1=5
: NbMin=5 ; theysio=0,2 ; m=10 et n=20) pour le déplacement d'une classe (Figure 2.9).

KPPVFD Semi-Supervisée
indy 100 %
er.res.timation 2!6 %
tretard 4 formes

Le temps maximal de classification d'une formeégstl a5x107s et le temps moyen de

classification est égal 5x107°s.
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Rotation de classe :

KPPVFD Semi-Supervisée montre ses résultats dsifitation pour le cas de la rotation

d'une classe sur la figure 2.46.
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Figure 2.46 Résultat de classification obtenu par KPPVFD SeumeBvisée pour la rotatian

Seules les nouvelles formes ont été utilisées [@oaréation des classes. Les classest
Cs; montrent bien que la classe a évolué, cependastuymiC, a été conservée et que ses

caractéristiques n'ont pas beaucoup changées|aesesC, et C;3 sont séparées. Le temps
maximal de classification d'une forme est égalxi0’s et le temps moyen de classification

est égal Bx107°s.

Tableau 2.19. Résultats de classification obterarkPVFD Semi-Supervisée (k=7 ; th1=4
; NbMin=7 ; theysio=0,05 ; m=10 et n=20) pour le cas de la rotation d'une classe (Figur

2.11).
KPPVFD Semi-Supervisée
indy 100 %
tretard Pas de retard

La valeur dérresimationn'est pas donnée puisque deux classes sont obtanuieu de celle
définie (Figure 2.11). Il est donc difficile de faiun comparatif des résultats de ce cas pour

cette méthode et ce critére.

Fusion de deux classes

Les résultats de classification de KPPVFD SemieBuipée pour le cas de fusion sont

présentés sur la figure 2.47 et dans le tabledu 2.2
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Figure 2.47. Résultat de classification obtenu K&PVFD-SS.

créées par la méthatdamiyue. Une classe de fusiGya été

créée et elle contient les formes présentant dextésistiques similaires venant de classes

initialement différentes. Cette clas€g permet de bien estimer les caractéristiques finales
obtenues. Le temps maximal de classification dionme est égal 8x107°s et le temps

moyen de classification est égab&107s.

Tableau 2.20. Résultats de classification obteraukPPVFD Semi-Supervisée (k=5 ; th1=5

; NbMin=5 ; thrysio=0,1 ; m=10 et n=20) pour le cas de fusion de deux classes (Figure

2.13).
KPPVFD Semi-Supervisée
indy 100 %
estimation 210 %
tretard 7 formes

Scission de classe

KPPVFD Semi-Supervisée peut traiter les cas desieei de part sa faculté a créer de
nouvelles classes dés qu'une évolution est détdot@es ces conditions, qu'une ou plusieurs
évolutions aient lieu ne change pas le fait qusefleront détectées par la méthode et qu'un
certain nombre de classes sera alors crée. Laefigdi8 présente le résultat de classification
obtenu par la méthode a la fin de I'apparitionaiges les nouvelles formes.
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Figure 2.48 Résultat de classification obtenu par KPPVFD S&8uopervisée.

Quatre classes sont obtenues a la fin de la dzg#iih de toutes les formes. Les clasSes
et C, représentent les classes finales d'évolution.d earactéristiques correspondent bien a
celles des classes attendues. Les résultats daficison de la méthode KPPVFD Semi-

Supervisée pour ce cas sont résumés dans le Tab®hau e temps maximal de classification

d'une forme est égal@x107s et le temps moyen de classification est éga 20 s.

Tableau 2.21. Résultats de classification obterar®PVFD Semi-Supervisée (k=5 ; th1=5
; NbMin=7 ; theysio=0,1 ; m=10 et =20) pour la scission d'une classe (Figure 2.15).

KPPVFD Semi-Supervisée
€ITclassif 4 %
indy 100 %
tretard 12 formes

Déplacements de deux classes menant a un chevaeheantiel des classes :

Les résultats de KPPVFD Semi-Supervisée pour cenigte cas dynamique de
déplacements de deux classes sont présentés figuria 2.49 et dans le tableau 2.22. Les

deux classes évoluent simultanément jusqu'a chbeale classe initialement opposée.
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Figure 2.49. Résultat final de classification ohtgrar KPPVFD Semi-Supervisée

Chague classe a été adaptée plusieurs fois ag doutemps. Plusieurs classes ont été
obtenues, ont fusionnées et ont été suppriméesi,A@s classe€;, Cs, C4 et C; permettent
de suivre I'évolution de la clas€g initiale. De la méme facon, les clas§ksCs, Cg, Cg et Co
montrent I'évolution de la clas€® initiale. Ce suivi permet de réaliser une clasaifon des
formes sans faute et de tenir compte de l'enseddsenouvelles et des anciennes formes
représentatives. De plus, il serait possible dsetil'ensemble de ces classes d'évolution pour

prédire la classe vers laquelle on se dirige aetfdr mesure du temps. Le temps maximal de
classification d'une forme est égaBx107°s et le temps moyen de classification est égal a

9x10°s.

Tableau 2.22. Résultats de classification obteraukPPVFD Semi-Supervisée (k=5 ; th1=5
; NbMin=10 ; theysior=0,2 ; m=10 et 1=20).

KPPVFD Semi-Supervisée
EIMclassif 4 %
indy 100 %
tretard 5 formes
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2.3.5. Comparatif des résultats obtenus

Dans cette partie les résultats obtenus par helnlgedes méthodes sont regroupés dans le
tableau 2.23 afin de pouvoir les comparer.

Tableau 2.23. Récapitulatif des résultats de cfesdion obtenus pour les évolutions des

classes dynamiques présentées.

FPMI SVMI KPPVI rpvmp | KPPVFD- | KPPVFD-
S SS
indy 66,6 % 66,6 % 66,6 % 100 % 100 % 100 %
, 2,6 %
Déplacement €ITeUTlestimation 29,9 % 29,9 % 29,9 % 52 05 1,3% 2,6 %
¢ Aucune Aucune | Aucune 0 4 4
retard détection| détection| détection
indy 50 % 50 % 50 % 100 % 100 % 100 %
Rotation €ITeUlestimation 3,3% 3,3% 3,3% 3,3% 3,3% -
¢ Aucune | Aucune | Aucune 0 0 0
retard détection| détection| détection
indy 68,8 % 68,8 % 68,8 % 100 % 100 % 100 %
Fusion eMeUlomemn | 10.9% | 109% | 109%|  3.0% 2.0% 2.0%
tretard 273 273 273 0 7 7
e gassit 50 % 50 % 50 % 0% 0% 4%
Scission indy 71,4 % 71,4 % 71,4 % 100 % 100 % 100 %
¢ Aucune | Aucune | Aucune 0 0 12
retard détection| détection| détection
el gjassi 438% | 505% | 10,5% 0% 0% 4%
Deplacement de indy 57,1% | 57,1%| 57,1%| 100 % 100 % 100 %
deux classes
¢ Aucune Aucune | Aucune 0 5 5
retard détection| détection| détection

Comme on peut le voir dans le tableau 2.23, lethodés de classification dynamique
proposées donnent de bien meilleurs résultatsepienéthodes incrémentales concernant les
classes dynamiques. Chacune des trois méthodessgegpdonne des résultats satisfaisants et
puisqu'elles posseédent chacune des caractéristiquedeurs sont propres (nombre de
parametres a définir, histogrammes de possibitlistances entre points, etc.), n'importe
guelle méthode peut étre sélectionnée pour réadisarivi d'un systeme évolutif.

Dans le cas des classes de formes complexes mvexes) KPPVFD sera généralement
meilleure puisqu’elle tient compte de la forme rmomvexe des classes et de la non-linéarité
entre les attributs des classes. Sur ces exentipkgsatifs de classes gaussiennes, on peut dire
que :
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* FPMD a réussi a détecter les évolutions des clasaes retard de détection. La
méthode a conserveé plus de formes représentatiuee&gPVFD-S, ce qui lui permet
de conforter I'estimation du modeéle de ses clagsess qui augmente l'erreur
d’estimation obtenue pour certains cas,

« KPPVFD-S a permis d’obtenir I'erreur d’estimatian plus faible pour certains cas,
puisque le nombre de formes représentatives cobeergar la méthode était plus
faible. Son temps de retard de détection des @ookitle classe est faible par rapport
a chaque cas présenté. Par contre son temps déicti®n des nouvelles formes est
généralement supérieur a celui de FPMD,

» KPPVFD-SS a détecté l'apparition de nouvelles easgout en détectant les
évolutions successives des classes. Toutefois thoae a un pourcentage d’erreur de

classification supérieur a FPMD et KPPVFD-S poutaias des cas présentés.

2.4. Conclusion

Dans ce chapitre, trois méthodes de reconnaissdgoamique des formes ont été
proposées. Ces méthodes permettent de traiteriffésedtes évolutions que des classes
dynamiques peuvent rencontrer (déplacement, snoisdigsion, etc.). Chaque méthode
possede ses parametres propres qui influencentégesdtats de classification. Toutefois,
plusieurs conseils permettant de guider la dédfinitle ces parametres ont été donnés. De
plus, plusieurs exemples de simulations ont ét&emtés afin dillustrer les méthodes
proposées. A titre de comparaison, trois méthodegiinentales de la littérature ont été
eégalement testées sur ces exemples afin de mdimiérét des méthodes de classification
dynamique. Ces méthodes incrémentales ont étéaadipuisqu'elles integrent les nouvelles
données mais qu'elles ne tiennent pas compte thkpiasentativité des points au cours du
temps. Ainsi, il est possible de voir l'intérét letpport des méthodes de classification
dynamique.

Deux des trois méthodes proposées sont des @assisupervisés. Elles permettent de
suivre les évolutions progressives et brutales maidétectent pas les nouvelles classes. Par
contre, le fait d'oublier les données devenues léteso leur permet de mettre a jour le
classifieur et de coller au mieux aux changemergs @arametres des modes de
fonctionnement du systéme au cours du temps. lisidnoe méthode est un classifieur semi-
supervisé, elle permet de suivre tout type d'éiamiuet de détecter I'apparition de nouvelles

classes ou sous-classes. Ces nouvelles classesspmrdent aux nouveaux modes de
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fonctionnement du systéme qui peuvent étre des snddefonctionnement défaillants ou
transitoires. La détection des modes transitoistsile et intéressante puisqu’elle permet de
réduire le temps de retard de détection d’'une é&amiu

Les trois méthodes, développées dans ce chapanaent compte de I'aspect évolutif du
systéme de maniéres différentes (fonctions d’appartce, indicateurs d’évolution, validation
des évolutions, adaptation des classes, etc.)s B¢ pour objectif d'aider les opérateurs
humains dans l'exploitation, le diagnostic et lavisdes modes de fonctionnement des
systemes évolutifs et non pas de les remplaceso@iedes méthodes applicables facilement,
avec une information limitée sur le fonctionneménin systéme. Les temps de classification
de ces méthodes et leurs résultats ont montréegusent applicables en ligne sans générer
un retard de détection important. Dans le chagditrees méthodes seront évaluées a l'aide de
plusieurs exemples de simulations et d'applicatiéaBes.

Le chapitre suivant répond au probleme de clasgifin des formes dynamiques. Il
présente deux approches proposées pour résougdreliiéme de classification tout en tenant
compte de la structure des informations observides. premiére approche structurelle de
classification est proposée pour permettre de efakss formes dynamiques. Puis, une
approche mixte, c'est-a-dire mélangeant les prigiwistatistiques et structurelles des formes,
est développée pour réaliser la classification di@snées dynamiques tout en permettant

d'obtenir un résultat interprétable par les opératbumains.
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Chapitre 3. Contributions aux méthodes de recosaate des
formes dynamiques

Dans ce chapitre, nous nous intéressons au prebléen classification des formes
dynamiques. Une forme dynamique est définie par tnagectoire représentant son
développement temporel durant une certaine péribdecaractérisation de cette forme est
réalisée par la définition de sa structure. Lamiéitgation de la classe d’'une forme dynamique
n'est pas seulement basée sur sa valeur instarsamééstant donné mais €galement sur son
développement temporel. Cette détermination néeedsinc I'utilisation des méthodes de
reconnaissance structurelles des formes qui tiencempte de la structure d’'une forme
dynamique. Par ailleurs, la combinaison des prtgsistatistiques et structurelles des formes
dynamiques donnent naissance a des méthodes rdiidassification. Les performances de
ces méthodes sont supérieures a celles des méthdesurelles. De plus, elles facilitent
I'interprétation des résultats par les opérateuradins.

Les principes des méthodes structurelle et mixteedennaissance des formes dynamiques
sont détaillés dans ce chapitre. Notre objectifdespositionner les approches développées
dans ce manuscrit pour la classification des fordygamiques, par rapport a celles existantes
de la littérature. Ces approches sont expliquédlistrées en utilisant plusieurs exemples de
simulations. Dans le chapitre 4 (section 4.2.19,nethodes développées seront évaluées sur
le cas de caractérisation et de discriminatioradmbrdination inter-segmentaire de la marche

des patients hémiparétiques de I'hbpital de Garches

3.1. Introduction

Les méthodes de reconnaissance structurelle deseg$o(Fu, 1982) (Friedman, 1999)
(Bunke, 1990) sont particulierement adaptées audeasformes dynamiques. Les formes
dynamiques sont composées d'informations histosiquancernant I'évolution spatiale et
temporelle d'une observation. Cette évolution pédeecaractériser la structure et le contexte
d'une forme. Décrite par les paramétres les plémnmatifs d'une application, une forme
dynamique est définie par une trajectoire représgrgon développement temporel et son
évolution dans le temps peut étre infinie. La desion retenue peut alors rendre compte des
composants élémentaires d'une forme (les primitivéss leurs propriétés temporelles et/ou

spatiales (nombre de primitives, orientation, caveh et de leurs inter-relations (Armand,
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2005). La différence notable avec les méthodessstptes est I'utilisation de I'évolution des
observations pour classifier une forme dynamique.elffet, contrairement aux méthodes
statistiques, la classification d’'une forme ne dé&pbpas uniqguement de sa valeur a l'instant
courant mais également de son développement temfgaetrajectoire dans le passeé).
Cependant, les méthodes structurelles sont paétieatent adaptées aux formes dynamiques
dont une structure caractéristique peut étre e@gtrélans le cas de signaux bruités ou de
signaux dont I'évolution n'est pas progressive rfuatement discontinue, il peut étre difficile
de distinguer une ou plusieurs allures caractgtiss d'un mode de fonctionnement normal
ou anormal. Les méthodes de classification stqtie8 peuvent alors étre utilisées en
complément d'une méthode structurelle. Ces méthalites mixtes, seront détaillées dans la
section 3.4 de ce chapitre.

Dans le cas ou la forme est observée continuetieni@e méthode capable de traiter les
informations en ligne, i.e. arrivant au fur et asome, est recommandée (utilisation d'une
fenétre glissante éventuellement). Dans le casraiomt si seulement un ensemble
d'informations historiques est disponible concetri&volution d'un paramétre au cours du
temps, il est alors possible d'utiliser une méthstdecturelle hors ligne. Dans les deux cas, la
méthode analyse les informations disponibles jasgn’ moment donné, par partie ou de
facon globale, puis une représentation simplifiéelal forme dynamique est obtenue par
segmentation. Sur la figure 3.1, les six types dmlutations principalement utilisés pour

caractériser les différentes structures composamfarme dynamique sont présentes.

- D K

une constante une droite une exponentielle

% A
’ \

une sinusoide un triangle un rectangle ou une
modulation trapézoidale

Figure 3.1. Les six principaux types de modulatiotigsés pour caractériser une forme

dynamique (Olszewsky, 2001).
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De plus, comme nous l'avons évoqué au chapitreeg, modulations sont également
caractéristiques de la pente d'un épisode ou chedig ses dérivées ; on les appelle des
primitives. C'est donc en fonction de I'ensemblg piemitives disponibles (d'ordre 1 ou 2),
du seuil d'erreur maximal autorisé et de la prénisiouhaitée que I'on choisi les primitives les
plus adaptées a une application. En effet, la sgoté@tion structurelle est basée sur la
perception humaine (Biederman, 1987). Si la caraetifon d'une forme dynamique devient
trop compliquée en utilisant certaines primitivéspeut étre préférable de se limiter a
guelques types de primitives seulement. Soit ochexcher la primitive la plus adaptée a
chaque épisode parmi I'ensemble des primitives wemrafin d'obtenir un maximum de
précision, soit parmi une liste de primitives se@mées on va limiter la précision de la
représentation structurelle pour obtenir une repragion simplifiee pouvant étre plus
facilement interprétée. La représentation strutdirebtenue est ensuite utilisée pour
classifier la forme dynamique. Plusieurs technigeiastent, avec parmi les plus utilisées :

» celles de la théorie des langages formels telles lga automates ou grammaires
(Tanaka, 1995) qui utilisent les liaisons et lessentre les primitives pour caractériser
une forme. Pour éviter une trop grande sensitdlité erreurs dues a l'incomplétude
d'une grammaire, une recherche de similarité exngreature décrivant les formes peut
étre menée en évaluant ce qu'il faut modifier gpuelle devienne correcte au sens de
la grammaire mise en comparaison. Quand on chexctiiscriminer plus de deux
classes, une grammaire est nécessaire pour chiagse,c

* les mesures de similarité qui calculent la ressandd entre formes dynamiques en
utilisant les primitives obtenues dans la signataectérisant chaque forme ou en

utilisant des mesures de distances entre formeantigues.

Certaines méthodes ne passent pas par la phasgmentation, elles utilisent la tendance
des données connues pour détecter une anomalierd@hetc..). Cependant, les données a
utiliser avec ces meéthodes doivent avoir un congpoent tres spécifigue en mode de
fonctionnement normal mais doivent dériver rapidetrgiite a I'apparition d'un probleme.
Lors de la phase de classification, comme pouetoutthode de reconnaissance des formes,
il est nécessaire de détecter le plus précisénussilge la ou les classes de fonctionnement
normal. Pour cela, on commence généralement pdysandes signaux issus d'un processus

de fonctionnement normal. Cette analyse faite aipar cas montre qu'une structure de
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données est généralement propre a une applicaiticyiere. Par exemple, pour le domaine
médical on peut citer les données issues d'Elentlamrammes (ECG) (Koski, 1995), les
données issues de l'analyse quantifiee de la malewelonnées issues du monitoring du
rythme cardiaque de patients, etc. Les méthodeststelles nécessitent donc la connaissance
du domaine dans lequel elles vont étre appliquées.

Les approches de reconnaissance structurelle atese$ dynamiques suivent donc un
principe d'extraction des connaissances identiquweld des méthodes de reconnaissance
statistique des formes (Fayyad, 1996). Elles conter@npar une phase de prétraitement a
base de filtres et/ou de transformations, puidrbexion et la sélection des parametres sont
réalisées pour mieux caractériser le systeme gueldes formes dynamiques sont obtenues.
Il est alors possible de réaliser la phase de té@rsation des formes par segmentation. Puis la
classification de ces formes (identification demssks et du mode actuel) est réalisée en ligne
ou hors ligne selon les contraintes du systeme.

Suite a l'extraction des connaissances a pasirddanées, le déroulement d'une méthode
de reconnaissance structurelle des formes reprieprincipe de perception humaine en trois
étapes (Biederman, 1987) :

* segmentation des objets ou d'une forme dynamiquirgtion des différences de

pente, luminance, texture, couleur, etc.,

* approximation de chaque partie ou épisode par tinetpe,

* identification en fonction de la représentation métrique globale de la forme

dynamique.

Dans la section suivante, plusieurs méthodes denmaissance structurelle des formes

sont présentées et les deux approches proposéexxptiquées.

3.2. Approches de reconnaissance structurelle dexfnes dynamiques

Chague méthode de reconnaissance des formes aps8esicités, que ce soit dans
l'utilisation d'une méthode de segmentation, daniidation des primitives, dans la phase de
classification ou dans [l'utilisation de certainggpaetres (seuils, etc.). La définition d'une
méthode de classification structurelle mene dodesarésultats différents, mais également a
des objectifs de représentation d'une forme difitsréreprésentation simplifiee ou complexe).
Dans cette partie, nous détaillons deux méthodesctatelles dont les objectifs sont
différents.
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Pour son approche de classification structuré@dszewski, 2001) utilise un détecteur de
structures. Ce détecteur de structures est basbessemble des fonctions de modulation
définies (constante, droite, exponentielle, etcfigire 3.1). Un nombre d'épisodes est défini
initialement, puis il est incrémenté jusqu'a oltemie erreur d'approximation proche de zéro
permettant de considérer qu'il y a suffisammenpisid&es pour caractériser une forme.
L'algorithme récursif proposé permet de détectes Ileones minimisant I'erreur
d'approximation en fonction de I'ensemble des naidhrs utilisables. La fonction de
modulation retenue est celle qui permet d'obterirdur d'approximation minimale pour
chaque épisode. Avec cette méthode, l'objectif@lezewski, 2001) est de caractériser avec

le minimum d'erreur possible, la globalité d'unerfe dynamique (Figure 3.2).

Trapézoidal Trapézoidal Constante
i

1 épisode 2 épisodes
(@) (b)
I i [ 1 I
Exptlxnéntielle Triangle E)'(ponentielle Exponentielle Droite . TriangleI Exponelidi
! A : : o e, !
T e ! o i S—
: ! : : :
i 1 L 1 1
i 1 L 1 1
: : : : :
i ' I 1 I
- 3 épisodes - : 4 épisodes -
I i [ 1 I
(€) (d)

Figure 3.2. Caractérisation d'un signal par un (dux (b), trois (c) puis quatre (d) épisodes,
en utilisant les modulations les plus adaptéeszé@iski, 2001). Les types de modulation

retenus sont indiqués pour chaque épisode.

Avec cette méthode, pour obtenir une erreur déagpration proche de zéro, il est souvent
nécessaire d'utiliser un grand nombre de primitidésn sdr, cela est lié a la forme du signal
étudié. Une fois un grand nombre de primitives oibtechaque forme risque d'avoir une

signature spécifique. Le probleme de la méthod@tkzewski, 2001) se pose donc au niveau
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de la mesure de similarité entre formes. Pour ea#ieure, il est nécessaire de choisir entre
comparer le nombre d'épisodes optimal pour une dotiynamique, comparer le type des
primitives utilisées pour sa représentation, ou gam@r le nombre d'épisodes et le type des
primitives de chaque forme dynamique.

Parmi les autres méthodes structurelles, noussaehoisi de parler de la méthode du
codage symbolique d'une forme dynamique (Daw, 2@08)xconserve l'aspect temporel des
données. Le principe de cette méthode est de divise forme dynamique en plusieurs
parties a l'aide d'un seuil I'amplitude pour obtemie signature. La figure 3.3 présente un

exemple de signature obtenue pour un signal.

OO

O o O ON®)
Seuil _ _ _ _O___ Cl____{:l?_ _O___C}
d'amplitude o l O ') O
l@@
1

I 00011 11 oon 1 10 O 1 11 1

Figure 3.3. Caractérisation d'un signal par codagyenbolique.

En fonction de I'amplitude correspondant a chaepleur du signal, et du seuil fixé, la
représentation symbolique difféere beaucoup. Cetithade tres simple utilise généralement
un codage binaire. (Daw, 2003) propose ensuitegeuper dans une fenétre glissante, trois
valeurs binaires obtenues (ex : 1 0 0) et de laire fcorrespondre leur valeur en base
décimale. Puis, la fenétre glissante est décaléepiis de 1 pour calculer la valeur suivante.
De cette facon, la structure de la forme dynamigeet étre représentée par huit valeurs
différentes (000=>0, 001=>1, ..., 111=>7). Enfin,rlembre de fois ou chacune de ses
valeurs est apparue, est comptabilisé et présemté dn histogramme. La similarité entre
formes dynamiques est alors réalisée par comparaisdeur histogramme. Le probléeme de
la méthode vient de la définition du ou des sedidsnplitude et de la perte d'informations
engendrée par la signature obtenue. En effet, $&uaractéristique d'amplitude évoluant au

cours du temps est conservée.

Notre objectif dans la définition d'une méthodeicturelle est de proposer une approche
conservant une représentation caractéristique deméegs en fonction de I'évolution
temporelle réalisée. Cette méthode a pour buted&ipliquée hors ligne sur les patrons de

marche de la coordination inter-segmentaire desigargtiques (chapitre 4, section 4.2.1).
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C'est en collaboration avec le laboratoire d'Aralgs la marche de I'hépital de Garches doté
d'un systeme d'analyse de la marche, que nous aéalisé cette étude. Nous avons alors
déefini qu'il était intéressant de proposer une wdthtirant compte des informations
interprétables des données. Parmi les contrainkedadméthode, il doit étre possible
d'identifier, quantifier et interpréter la march&rd patient hémiparétique. Comme nous
I'avons vu avec les méthodes présentées ci-dessagea celles du chapitre 1, les méthodes
structurelles ont tendance a obtenir une signaap@oximant le plus possible la forme
dynamique étudiée, ou dans le cas de la métho@@ale, 2003) d'obtenir une représentation
tres simplifiée perdant d'importantes caractéusty structurelles d'une forme pour se
concentrer sur ses caractéristiques statistiqueplifade). C'est pourguoi, nous avons choisi
de définir une méthode structurelle, qui ne nétegsas la définition d'un seuil d'erreur
d'approximation et permettant une comparaison &rdpk signatures. Cette méthode, basée
sur la similarité entre primitives obtenues, perdetonserver les informations nécessaires a

l'interprétabilité des données. Cette méthoderésientée dans la partie suivante.

3.3. Approche proposeée de reconnaissance structueel des formes
dynamiques

Dans cette partie, nous nous intéressons a latéasation des formes dynamiques a l'aide
d'une approche de reconnaissance structurellecde®$ dynamiques. Sur la figure 3.4 un
exemple de forme dynamique est présenté. La forynardique est divisée en deux phases

gue I'on souhaite caractériser.

1 £ Amplitude

Phase 1 Phase 2

| | | | | | | % Fju Slgna‘
0 10 20 30 40 50 60 70 80 90 100

Figure 3.4. Exemple de signal a classifier.

L'approche proposée dans cette partie chercheaatéaser de facon simple les formes
dont les caractéristiques structurelles sont sireBaou tres proches les unes des autres. Pour

cela, elle consiste en :
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» l'adaptation du nombre de primitives caractérigfyde chaque phase d'une forme
dynamique. Si une forme dynamique ne contient pasplkdase caractéristique,
I'adaptation du nombre de primitives se fait papat a la forme dynamique globale,

* la détermination des points de rupture de chagaseld'une forme dynamique en
utilisant une technique de segmentation. Les prBest sélectionnées doivent
représenter tous les épisodes délimités par legspde rupture,

* |e rassemblement des signatures obtenues, pouniohiae signature globale
caractéristique,

* la classification de chaque signature globale.

La plupart des méthodes de segmentation utiliseaterreur d'approximation qui est un
parametre difficile a définir. Les signatures olotes par ces méthodes ont des longueurs
généralement différentes, i.e. elles ont un nordifférent de primitives. Il devient alors plus
difficile de comparer ces signatures pour obteng signature caractéristique, représentative
d'une classe. C'est pourquoi, nous avons préfdgeutun nombre fixe de primitives pour
représenter chaque forme dynamique. Plus le noohonerimitives est adapté a une forme
dynamique, moins I'erreur d'approximation généagecps primitives est grande. Il n'est donc
plus nécessaire de fixer de seuil d'erreur d'appration et la comparaison des signatures
peut devenir plus interprétable.

Un schéma représentant le principe général dethade est présenté sur la figure 3.5.
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Obtention des formes dynamiques par

rapport & parametres

Sélection des types de primitives a utiliser ercimm des contraintes du

systeme (nombre de classes, interprétabilité dedtags, etc.)

Segmentation de chaque phase d'une forme gt

obtention du nombre optimal de primitives

Rassemblement de I'ensemble des signatures obteoues

un méme élément (une piéce, un patient, etc.)

\ 4

Désignation des signatures globales représentant

les classes connues et validation par un expert

[ Classification des signatures ]

Figure 3.5. Déroulement de I'approche structureldereconnaissance des formes proposeée.

Dans la partie suivante, la phase d’adaptationaiabre de primitives d’'une signature est
présentée.

3.3.1. Adaptation du nombre de primitives

Il est important d’adapter le nombre de primitiygs rapport a chaque phase que peut
contenir une forme dynamique. On peut trouver peenmgle pour une méme forme,
différentes phases de production, des phases da dgcla marche, etc. En fonction de la
longueur de chaque phase d'une forme et de la dgoante cette phase, le nombre de
primitives a utiliser doit étre bien défini. Powl@ nous proposons de définir une limite au
nombre de primitives qui peuvent étre utiliséesrpthaque phase d’'une forme dynamique.
Par exemple, prenons le cas d'un systéme indusftielaurait une premiére phase de

conception d'une piéce durant 1mn puis une autasepldurant 20s. D'une part, le nombre
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d'observations acquises durant ces deux phasesevaoinpletement différent. D'autre part,
en considérant que le systéme génére plus d'a&stidans la premiere phase, i.e. plus de
variations dans le signal, la premiere phase dé&veacaractérisée par plus de primitives. Il ne
faut donc pas regarder avec la méme précision ext By méme nombre de primitives ces
deux phases. La premiére phase pourrait étre Bnditéne vingtaine de primitives tandis que
pour la deuxiéme phase, quatre ou cing primitivesriaient suffire. C'est en fonction d'un
nombre de primitives insuffisant ou trop importanie l'on obtient respectivement une
précision d'approximation d'un signal trop faibletmop grande. Par ailleurs, il est plus facile
de caractériser une classe lorsque peu de primiseat utilisées pour une signature, mais
dans ce cas l'inconvénient peut étre l'obtentiamed'méme signature pour des classes
différentes.

Afin de trouver le nombre de primitives le plusapté a chaque phase, nous proposons de
définir un nombre maximal,.xde primitives défini initialement par expérimeidatpour ne
pas continuer de facon illimitée la segmentatiam dignal. Une fois ce nhombre maximal
Nmax de primitives défini pour chaque phase ou poursigmal complet, en fonction de la
longueur des phases, du nombre de classes etdimdanique du signal, nous utilisons la
méthode de segmentation. Pour chacune des phasesighal, la méthode de segmentation
obtient donc initialement 1 primitive, puis 2, ju&s Nnax primitives par phase si c'est
nécessaire. Le nombre de primitives conservées nepuésenter chaque phase, est celui qui
permet d'obtenir la méme signature pour les foraiese méme classe. Ce nombre de
primitives sélectionné peut étre inférieur ou égalnmax pour chaque phase. Si plusieurs
primitives rendent possible cette caractérisati®st le nombre maximal de primitives qui est
sélectionné pour chaque phase, afin d'accroitpedaision de la signature d'une classe et de
discriminer au mieux les classes. A l'inverse suaunombre de primitives ne permet de bien
caractériser une phase, cette phase n'est paslé@m@esicomme représentative de la signature
d'une forme et elle n'est pas conservée. Par erergih peut se produire si le probléme d'un
systéme n'apparait jamais dans cette phase. Ltabntates primitives (et donc des épisodes)
est réalisée de facon récursive, ce qui permetediamcer qu'une seule fois la méthode de
segmentation avec le seul paramétyg. Cette approche permet de garder la connexioe entr
les primitives tout en trouvant une signature repnéative d'une ou de plusieurs classes.
Toutefois, le paramétrB.x @ une certaine importance. Il est préférable dehtasir assez
grand (par rapport a la longueur d'une phase)dditaisser suffisamment de flexibilité a la
méthode pour trouver une segmentation adaptéeenveise, si le nombrhl,ax est trop petit,

le résultat de segmentation ne sera pas suffisant giscriminer les formes de classes
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différentes. Outre le fait de n'avoir que ce sealamétreNmax a définir, I'avantage de la
méthode proposée est de commencer par une segimentatfaible précision (1 segment par
phase) afin de vérifier dans un premier temps siala@actérisation des formes d'une méme

classe est possible avec les types de primitiestggnnées.

3.3.2. Choix des primitives

Comme on I'a vu dans la section 1.2.4.a, plusigyness de primitives peuvent étre choisis
pour représenter une forme dynamique. Ce choiaiseh fonction de la précision que I'on
souhaite obtenir pour décrire chaque épisode. Rangle, lorsque I'on cherche a caractériser
plusieurs défauts différents sur un systéme, onéle capable de différencier ces défauts sur
une forme dynamique. Outre la liaison entre lesages provenant de la segmentation d'une
forme, c'est le type des primitives que I'on sowghadiliser qui a une importance majeure dans
les résultats de classification. De la méme facoisque I'on cherche a interpréter chaque
primitive, il peut devenir trop compliqué d'integper une forme dynamique si de nombreuses
primitives sont utilisées. C'est également en fonatles caractéristiques des signaux (bruités
ou débruités) que I'on utilise certaines primiiven utilise généralement entre 2 (constante
et droite) et 13 (celles de Colomer, Figure 1.1Cchdapitre 1) types différents de primitives
pour caractériser une forme dynamique. Toutefaisméme type de primitives peut étre
décliné en de nombreuses variantes ; notammerdnatidn de la pente de chaque primitive
utilisée. Dans la section suivante, la méthode elgmentation utilisée dans l'approche
structurelle de reconnaissance des formes propeseédétaillée.

3.3.3. Méthode de segmentation

La méthode que nous employons n'utilise comme pawmhmetre que le nombre de
primitives maximalNnax autorisé pour chaque phase d'une forme dynamguegst défini
par expérimentation. La méthode est une variante dpproches descendantes de
segmentation. Elle commence par segmenter une e de forme dynamique pour
segmenter ensuite les épisodes obtenus. Les PdntRupture RtR) sont définis par

interpolation en utilisant I'algorithme suivant :

* le premier point de ruptur®{R,) est le point de commencement de la phase,
* le dernier point de ruptur®{R,) est le point final de la méme phase,

* puis pour chaque couple de points de rupture cati&PtR etPtR) :
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- on calcule I'erreur d'approximation générée paelpment leur correspondant. Cette
erreur est calculée comme la somme cumulée desirsabbsolues des écarts
d'amplitude de tous les points du segmBtR[PtR] par rapport a leur valeur réelle,

- durant le calcul d'erreur d'approximation, on cherte nouveau point de rupture
entrePtR et PtR qui fait décroitre le plus I'erreur d'approximatidu segment. En
effet, en créant un point de rupture, I'erreur gfapimation décroit puisque la
précision de la segmentation s'accroit. Chaquet gaue entréPtR et PtR est testé
comme candidat pour étre le nouveau point de reptur

- C'est entre les poinBtR et PtR pour lesquels I'erreur d'approximation est maxemal
gu'on ajoute le nouveau point de rupture. Ce dessiecelui obtenu durant le calcul
de I'erreur d'approximation du segment,

e jusqu'a obtention du nombre de primitives désinérpme phase, les nouveaux points
de rupture sont trouvés récursivement par mininosatglobale de [I'erreur
d'approximation. L'erreur d'approximation est dorunsidérée dans la phase de
segmentation, mais elle ne nécessite pas la défirde seuils.

Un exemple de segmentation est détaillé sur lardi.6 en utilisant cet algorithme pour

chacune des étapes de création d'un point de euptur
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L'exemple de segmentation de la figure 3.6 moritdigation de 5 points de rupture pour

la derniere segmentation obtenue. L'erreur d'apmation diminue avec l'augmentation du

nombre de points de rupture utilisé. Toutefoistrop grand nombre de points de rupture ne

permet pas de bien caractériser I'ensemble dee$fod'nne méme classe. Sur la figure 3.6, il

est donc possible de continuer d'augmenter le nomadmoints de rupture, et donc le nombre

de primitives, jusqu'a obtenir la précision d'appr@tion désirée ou la caractérisation des

formes d'une méme classe.

En utilisant cet algorithme, aucune erreur d'apipmaxon ni aucun seuil n'a besoin d'étre

défini. Une fois la signature obtenue pour I'endendies parties caractérisant un systeme, nous

proposons de regrouper les différentes signatubésnoes. Prenons I'exemple simulé d'un
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systeme fonctionnant en deux parties, par exemplsysteme réalisant un percage puis une
soudure. Si I'on réussi a caractériser la phaggedmge d'une piece a l'aide d'une signature,
puis la phase de soudure par une autre signatugeud ensuite dire que la réalisation globale
d'une piéce peut étre réalisée par le rassembletiesntieux signatures obtenues. En effet, si
I'on considere qu'un systéme est dans son fonetioant normal quand toutes ses signatures
correspondent a un fonctionnement normal, alorpeart regrouper lI'ensemble des signatures
correspondant au fonctionnement normal de ce sgséémune seule signature globale. Il en va
de méme pour les autres modes de fonctionnemenexemple de rassemblement de deux

signatures est présenté sur la figure 3.7 enaiilies primitives définies auparavant.

Signature de la®‘ partie d'un systéme simuléé: Signature de la®" partie d'un systéme simulé

AACBA ABCAA

Signature globale du systéme :

. AACBAABCAA |

Figure 3.7. Exemple de rassemblement de deux sigesabbtenues pour caractériser un

mode de fonctionnement d'un systéme.

Dans la section suivante, la signature globaleri# pour chaque forme dynamique du

fonctionnement d'un systéme est classifiée.

3.3.4. Classification des formes dynamiques par ma® de similarité

Lorsque la signature globale d'une forme dynamiqearactérise un mode de
fonctionnement, cela revient a dire que c'est dsdin entre les primitives utilisées qui
caractérise ce mode de fonctionnement. Plus préeisg c'est I'évolution temporelle des
primitives, i.e. leur enchainement dans un ordéeigr qui va permettre de classifier une forme
dans une classe. On peut donc dire que chaquetipernaractérise partiellement le mode de
fonctionnement.

Quand on cherche a discriminer seulement deuwseadasur un systeme, il suffit de
caractériser une classe avec un maximum de prégsior réussir a discriminer les formes de
l'autre classe. Lorsque cela est possible, onaqesi chercher a caractériser chaque classe par

une signature propre. Dans cette partie, nous por® de classifier chaque forme par

144



comparaison (Dormido-Canto, 2008) avec la signatjlobale obtenue pour chaque classe.
Pour cela, on considére que fﬁ.‘eiprimitive de la signature globale d'une classd éte
identique & la ™ primitive de la signature d'une forme. Le nomboalt de primitives
identiques entre la signature d'une forme et laadige d'une classe est alors utilisé pour
mesurer la similarité envers chaque classe. L'odee primitives est ainsi respecté. Si les
primitives sont exactement les mémes alors ellesnawin coefficient égal a 1 dans la mesure
de la similarité, si elles sont complétement défées le coefficient est égal a O et si elles se
ressemblent (par exemple : droite croissant faiblgnat droite croissant tres faiblement) elles
auront une valeur de similarité prédéfinie (Dagd)3). On obtient alors un coefficient global

flou de similarité entre formes dynamiques :

i S( piSigll piSiQZ)
SiMyue(Sigl, Sig2) == - (3.1)

ou Sigl etSig2 sont deux signatures de longuausimy représente la mesure de similarité
structurelle entreSigl et SigR. S est la valeur floue de similarité qui doit étrefigié entre

Sel représente 1&£T¢ primitive deSigl. La valeur de similarité

chaque couple de primitiveq
entre deux signatures est donc obtenue par la saotale des similarités entre toutes leurs
primitives, divisé par leur nombre. Il est égalemmpnssible d’utiliser cette mesure pour
calculer la similarité entre une signatB&jl et une classe. Dans ce cas, il faut mesurer la
similarité entreSigl et la signature caractéristique d’'une classe.

Prenons un exemple pour calculer la mesure déasité@ientre deux signatures. Nous allons
considérer l'utilisation des 7 primitives (allarg & a G) définies dans (Dash, 2003) et dont la

matrice de valeurs de similarité de ces primitiesisdonné dans (Dash, 2003) par :

Tableau 3.1. Exemple de valeurs de similarité dggientre 7 primitives (Dash, 2003).

A B C D E F G
A 1 0 0,25 0 0 0,25 0
B 0 1 0,75 0,5 0 0 0
C 0,25 0,75 1 0,75 0 0 0
D 0 0,5 0,75 1 0 0 0
E 0 0 0 0 1 0,75 0,5
F 0,25 0 0 0 0,75 1 0,75
G 0 0 0 0 0,5 0,75 1
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Si I'on considére la premiére signature définieqA B G E D», et la deuxiéeme signature
définie par <A C D E C», le déroulement de la mesure de similarité ¢édcpar (3.1) est égal

a:
__S(A/A)+S(B,C) + S(G,D) + S(E, E) + S(D,C)
SlrrEtruct -
5
im, =Lt 075+0+1+ 0,75:%: 07

truct
5

La similarité structurelle entre les deux signaduest donc égale a 0,7. La mesure de
similarité est une valeur floue [0;1], avec unecmi®n tenant compte de la longueur de la
signature utilisée. Plus la longueur d'une sigeast importante, plus la précision de la
mesure de similarité peut étre importante. Cettsumepermet de quantifier I'évolution que
réalise un systeme apres une modification de sgiageé, du changement d'une piéce ou pour
I'application clinique lorsqu'un patient a eu wateément thérapeutique. Dans ce dernier cas, la
quantification peut permettre aux cliniciens dedeal un traitement pour certains patients ou
de la changer pour d'autres.

Dans la partie suivante, lI'approche proposéepgsigaée a deux exemples illustratifs.

3.3.5. Exemples illustratifs

Les deux exemples suivants illustrent I'utilisatote I'approche de segmentation proposée
qui caractérise la méthode structurelle de clasdifin proposée. Nous cherchons a présenter
dans cette partie les capacités de caractérisatioformes dynamiques a l'aide de la méthode
structurelle proposée. Les signaux ne sont pagé&eea phases spécifiques afin de montrer
I'application de la méthode sur des signaux coraplets primitives que l'on utilise sont
celles du tableau 3.2A(B etC).

Tableau 3.2. Les trois primitives sélectionnées.

Episode / — > \

Primitive A B C
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Premier exemple de segmentation :

Le signal traité dans cette partie concerne lidiant d'un paramétr@ en fonction du
temps. Le type de signal que I'on traite dans qedtée est non bruité et est de la forme de

celui présenté sur la figure 3.8.

05

045}

t

1 1 1 1 1 1 1
0 500 1000 1500 2000 2500 3000 3500 4000

Figure 3.8. Signal représentant I'évolution d'umgraéetre p.
La réalisation de la segmentation du signal essgntée sur la figure 3.9, en utilisant la

méthode de segmentation proposée dans la partBa:/8c un nombre de primitives allant de
la7.
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Figure 3.9. Segmentation d'un signal avec de Jpamitives, respectivement de (a) a (g). Les

points de rupture sont représentés par ded e signal traité est représenté par ‘e |

segments obtenus sont représentés par ' .
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Avec l'utilisation de 7 primitives, le résultat degmentation obtenu permet de caractériser
ce signal et sa classe. En utilisant seulementritpwes, il était déja possible d'obtenir une
signature caractéristiqgue du signal. La signatueelgpn obtient pour le signal de la figure 3.9
avec 7 primitives est égale aA: A C C A C CCela nous permet de considérer que la
deuxieme montée en amplitude gipeut étre de plus faible ampleur que la premiévatée
en amplitude dep puisquil y a une seule primitivA. Un changement survenant dans
I'établissement des primitives obtenues permet dienbien caractériser un changement sur
un systéeme. En effet sur ce signal au début deelxidme montée en amplitude deun
défaut a été généré ; il est donc normal que cegement soit perceptible et qu'il se retrouve
dans la signature obtenue.

Sur cet exemple ce sont 3750 valeurs qui ont étlséals pour caractériser la forme
dynamique du systeme. Cette forme dynamique paowwoatenir beaucoup plus de données.
Dans ce cas il serait important de réaliser la segation des autres données avec le méme
nombre de primitives optimal, i.e. 7 primitives,wste fenétre glissante de 3750 valeurs. On
pourrait alors réaliser une comparaison des sigesitobtenues pour chaque fenétre glissante
et une classification des formes dynamiques deyse&me. Pour la définition de la fenétre
glissante a utiliser, il est important que celleaitiune taille au moins égale a la durée d'un
cycle du systéme observé, de telle facon que lectsiie d'un cycle puisse étre déterminée.
Les résultats de segmentation dépendent en efisgttietaille de fenétre. Si le signal observe
s'arréte au milieu d'un cycle, il est importantigen soit de méme pour le prochain signal

observé.

Deuxiéeme exemple de segmentation :

Sur ce deuxieme exemple, nous nous intéressosig@al de la figure 3.10, qui permet de

suivre I'évolution d'un parameétpeen fonction du temps.
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Figure 3.10. Signal représentant I'évolution d'argmetre p.
La réalisation de la segmentation du signal dégiare 3.10 est présentée sur la figure

3.11. La méthode de segmentation utilisée est celdéa partie 3.3.3 avec un nombre de

primitives allant de 1 a 6.
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Figure 3.11. Segmentation d'un signal avec de P&rfitives, respectivement de (a) a (f).

Les points de rupture sont représentés par tleké signal traité est représenté par' et

les segments obtenus sont représentés-par '

Les six primitives utilisées sur la figure 3.1adur représenter la signature de cet exemple

permettent d'obtenir une caractérisation suffisaés formes de la méme classe. Six

primitives sont donc suffisantes pour caractérigs signaux. La signature obtenue est égale

a :C A C C A CToutefois, on pourrait avoir des primitives seafibés dans le cas d'un

changement de dynamique tres faible (vers un madeal ou défaillant). Dans ce cas il

faudrait utiliser plus de types de primitives oteatlre suffisamment longtemps pour détecter

I'accumulation des changements réalisés. En effest la répétition des primitives de la
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signature obtenue qui nous permet de détecter amgelment si la surveillance du systéme se
fait en ligne. Comme nous l'avons dit précédemmans le nombre de primitives est élevé
plus il sera rapide de détecter un changementessydteme (puisque la précision est plus
grande). Le probleme d'un nombre élevé de prinsgtast qu'il devient difficile de caractériser
un mode de fonctionnement.

L'utilisation de la méthode structurelle de reaimsance des formes dynamiques
développée dans ce chapitre peut se faire de faggninte a une méthode de reconnaissance
statistique des formes. On appelle alors cetteagperune méthode mixte de reconnaissance
des formes. Dans la partie suivante, plusieurs capyes mixtes de la littérature sont
présentées, dont une approche basée sur la méttradturelle que I'on vient de développer.
L'approche de classification mixte proposée remsgela définition d'une signature mixte
permettant d'interpréter les résultats. Dans langne partie de la méthode, i.e. la phase de
recherche des paramétres informatifs, la segmentdts formes dynamiques est réalisée et
le nombre d'épisodes (ou de primitives) optimalséstctionné. C'est alors en fonction de ces
épisodes que vont étre calculés les parameétrastispaes. C'est cette caractérisation mixte
des formes dynamiques qui va permettre par la auseméthode structurelle (préecédemment

développée) et a la méthode statistique sélectodaélassifier chacune des formes.

3.4. Combinaison de classifieurs basée sur les car@ristiques statistiques et
structurelles des formes dynamiques

Dans la partie précédente, nous avons détaillegpsoches de reconnaissance structurelle
des formes dynamiques. L'approche proposée a pligjage a des signaux non bruités et la
caractérisation de ces signaux a été réaliséeefasit il peut arriver que les signaux ne
comportent pas suffisamment de caractéristiqueststelles propres a chaque classe, pour
pouvoir correctement les discriminer. Dans ce ocaspeut faire appel en complément, aux
méthodes de reconnaissance des formes basées guopeiétés statistiques des formes. On
peut alors utiliser n'importe quelle méthode stigiie existante, qu'elle soit supervisée, non
supervisée, semi-supervisée, parameétrique, nomgargue, etc.

L'ajout des informations statistiques issues demés doit permettre de compléter la
représentation structurelle obtenue pour chaquadatynamique. Les paramétres statistiques
peuvent alors apporter des informations concerf@aliingueur d'un épisode, I'amplitude des
épisodes, ou d'autres valeurs comme la moyennealéur RMS, ou le nombre de pics

contenus dans le signal complet ou dans certaieesesl parties. En ajoutant ces parametres
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on cherche a caractériser d'avantage chaque fotmainei a améliorer le taux de
classification.
Dans la partie suivante, nous détaillons les whfftes structures qu'un multi-classifieur

peut avoir et quelques approches de multi-classifieient également leur principe étudié.

3.4.1. Méthodes existantes

3.4.1.a. Principe de fonctionnement des multi-ctsifieurs

Les multi-classifieurs peuvent utiliser les infotinas statistiques et structurelles des données
(Bunke, 1990) de fagon répétée ou complémentaiegtaldes approches utilisent plusieurs
classifieurs statistiques, d'autres approchesseiti plusieurs classifieurs structurels et
d'autres utilisent encore des classifieurs strettuet statistiques pouvant tirer parti de la
complémentarité des informations.
L'utilisation combinée de plusieurs classifieurangl un multi-classifieur a pour but
d'obtenir :
» une plus grande précision lors de la classificaties données, i.e. un meilleur taux de
classification,
* une plus grande fiabilité des résultats. En effdiis les décisions des classifieurs
meénent aux mémes résultats, plus le résultat gidalassification est sir,
» une gestion différente du probléme de classificatidn peut en effet décomposer un
probléme initial en sous probléemes moins complegpa@s réduire la complexité de
décision de classification d'une forme,

» une exploitation des informations complémentaiesdbnnées.

Chague méthode de classification d'un multi-cfessi peut étre considérée (Giacinto,
1998) comme faisant soit partie d'une approche fpsion ou combinaison (Ho, 2002)
(Cremer, 2001), ou faisant partie d'une approchiecpapération ou sélection (Auda, 2000)
(Aksela, 2003) (Ruta, 2000).

On parle de fusion des classifieurs quand l'aatooi de classifieurs est réalisée
parallelement (Giani, 1999) ou séquentiellementn@g 2003). Une association paralléle de

classifieurs utilise chaque classifieur indépendamnet généralement en méme temps, puis

classification entre I'ensemble des résultats alst@ar les classifieurs. La fusion des résultats
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peut ne favoriser aucun classifieur ou au contrairgoeut attribuer a chaque classifieur un
poids dans la considération de ses résultats festiém de ses performances, etc.). Parmi les
méthodes de combinaison des résultats les pluséetsl on peut citer le systeme de vote
majoritaire (Bahler, 2000), la combinaison des ltéss qui utilise la théorie Bayésienne
(Bahler, 2000), une combinaison qui utilise la tietde Dempster-Shafer pour fusionner les
mesures d'évidence obtenues par différents clesssfiAl-Ani, 2002), les régles d'agrégation
fixes comme le maximum, le minimum, la somme, layemme ou le produit (Chen, 1997),

etc.

[ 1* classifieur

2°™ classifieur Module ou régle

de combinaison X est classé

des résultats

i®™ classifieur

Figure 3.12. Multi-classifieur possédant une arebttire paralléle.

A linverse, un multi-classifieur séquentiel #di successivement chaque classifieur
(Figure 3.13). Un multi-classifieur séquentiel pdanhc réduire progressivement le nombre de
classes possibles pour une forme, ou le nombreodeégs ambiglies a classer. L'objectif de
cette technique est d'utiliser les décisions dwemper classifieur pour obtenir de meilleurs
résultats de classification par la suite. On péwtisir de ne classer successivement que les
données ambigles ou I'ensemble des données. Ltamperde l'ordre des classifieurs peut

alors avoir une place majeure dans les résultdaésnab.

X ‘{ 1¢ classifieur]A{ 2eme cIassifieur]-» 4{ jeme cIassifieur]—» X est classé

Figure 3.13. Multi-classifieur possédant une arehttire séquentielle.

On peut également combiner les deux types d'appsopour obtenir un multi-classifieur
séquentiel et parallele. On tient alors compte aleéduction progressive des données a

classifier et du consensus au niveau de la décéspmendre.
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On parle de sélection de classifieurs quand uiplosieurs classifieurs sont utilisés par
d'autres classifieurs pour obtenir le résultat glate classification d'un multi-classifieur. Ce
type de multi-classifieur cherche a sélectionner dtassifieurs les mieux adaptés a la
classification de chaque forme. La sélection dessifieurs peut se faire de fagon statique
(Aksela, 2003) ou dynamique (Giacinto, 2000). Déngadre d'une sélection statique des
classifieurs, le multi-classifieur désigne dansplaase d'apprentissage les classifieurs a
utiliser. Quand la sélection des classifieurs gstadhique, le multi-classifieur choisit dans la
phase de classification le classifieur le plus &&lad'échantillon a classer.

Dans la section suivante, plusieurs exemples dié-atassifieur sont présentés.

3.4.1.b. Exemples de multi-classifieur

(Ayad, 2010) propose d'utiliser deux classifiestatiques afin d'améliorer le taux de
classification dans les zones d'ambiguité. Pouwr, deluteur utilise la méthode Fuzzy Pattern
Matching Semi-Supervisée (FPMSS) (Sayed Mouchaw#dilO) et la méthode des
Séparateurs a Vaste Marge (SVM) (Vapnik, 1995).<Dlanphase d'apprentissage, le multi-
classifieur utilise FPMSS pour construire les faontd de décision (fonctions d’appartenance
des classes) et pour déterminer ensuite les zdaewiguité entre les classes. Les zones
d'ambiguité sont définies par les formes de |'espmc représentation possédant une valeur
d'appartenance sensiblement proche pour plusiéasses. Puis ces formes sont utilisées par
la méthode SVM pour discriminer les classes conribass la phase de classification, chaque
nouvelle forme est d'abord classifiee par FPMSSs psbn rapport d'ambiguité en
appartenance par rapport a plusieurs classes leatécaSi ce rapport est inférieur a un seuil
de tolérance d'ambiguité fixé alors la forme easste dans la classe trouvée par FPMSS
sinon la forme est classifiée par SVM. Enfin, sfdane a des valeurs d'appartenance nulles
lors de sa classification, un nouveau prototypeldsse est créé par FPMSS. Les avantages
principaux dérivant de la combinaison de ces diasss pour les zones d'ambiguité sont
d'obtenir un meilleur taux de classification etd#ecter I'apparition de nouvelles classes par
rapport a l'utilisation seule de SVM.

Dans (Wang, 2003b), l'auteur précise que quandéksdtats de plusieurs classifieurs sont
utilisés par un multi-classifieur, ils ont générant un poids équivalent. Cependant, en
fonction de I'application sur lequel le multi-cldisur est utilisé, la qualité de classification de
chaque classifieur peut fortement variée. C'estquani (Wang, 2003b) choisit de définir un
poids propre a chaque classifieur utilisé. Le paidsmné aux résultats de classification

obtenus par chaque classifieur est équivalent @réaision de prédiction que chaque
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classifieur aura obtenu sur des données tests. [auis chaque nouvelle donnée, les

classifieurs vont étre utilisés dans un ordre datie priorité a celui qui a eu les meilleurs

résultats jusqu'a celui qui a eu les moins bonslteds. Tous les classifieurs ne sont pas
nécessairement utilisés pour chaque forme. Il @egatpossible d'arréter la classification d'une
forme, des lors qu'un taux de confiance suffisahbbtenu. Ce taux de confiance est calculé
apres la classification de chaque forme par chatassifieur, en fonction de la précision de

chaque classifieur, ainsi que de la moyenne etideatiance des données. Les classifieurs
utilisés par (Wang, 2003b) sont C4.5 (Quinlan, 39%83pper (Cohen, 1995) et I'approche

Bayésienne.

(Littlestone, 1994) utilise le vote majoritairersin ensemble de classifieurs afin de créer
son multi-classifieur. Pour cela chaque classifieommence avec un poids de 1 dans la
décision finale de classification d'une forme. @aédp est diminué quand la prédiction du
classifieur est mauvaise. L'établissement de cesglspest réalisé avec un ensemble
d'apprentissage. La décision globale du multi-diass repose sur le poids finalement estimé
pour chaque classifieur, et c'est la classe quewble poids maximal qui est désignée pour la
classification d'une forme.

Dans la section suivante, nous proposons une cppraixte de reconnaissance des
formes dynamiques dont le résultat se veut entien¢éimterprétable.

3.4.2. Approche mixte proposée de reconnaissancesdormes dynamiques

Dans cette partie nous détaillons le principe dectionnement de l'approche multi-
classifieur (mixte) proposée (Hartert, 2010e). i@®rmations statistiques et structurelles
issues des formes dynamiques sont ici utilisedagm complémentaire. En effet, la décision
prise par le classifieur global repose sur le tésuwbtenu pour la classification de chaque
forme par rapport a chaque classifieur utilisé.sClautilisation paralléle d'un classifieur
statistique et d'un classifieur structurel qui remgte I'approche proposée.

Le multi-classifieur proposé utilise l'approcheusturelle précédemment développée.
Cette méthode se veut donc plutét utilisable higrsel De plus, nous avons choisi d'utiliser
chaque classifieur pour réaliser la classificatierchaque forme, afin de privilégier la double
validation des résultats plutét que le temps dssdigation (qui importe peu hors ligne). La
classification peut dans ce cas étre realisée mllgla. De ce fait le probleme de sélection
des formes devant étre reclassées une deuxiemeddossle cadre d'une combinaison série,
est également supprimé. Toutes les formes sont diassées deux fois, en utilisant les

avantages propres a chaque type de méthode, @ést-@n utilisant la structure historique
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des formes et leurs caractéristiques statistiquaticplierement informatives. Le multi-
classifieur tient alors compte des informations gerelles et statistiques pour valider la
classification de chaque forme dynamique.

Dans un premier temps nous allons décrire |'apy@atatistique, puis I'approche mixte
permettant de classifier les données, puis nouseptérons une mesure de similarité mixte.

Le principe de I'approche multi-classifieur mixteposée est résumé sur la figure 3.14.
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Figure 3.14. L'approche multi-classifieur mixte posée.
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3.4.2.a. Méthode de classification statistique

Dans le cadre de I'utilisation du multi-classifieixte proposé, il est nécessaire de choisir
une méthode de classification statistique qui soiaptée a l'application sur laquelle la
méthode va étre utilisée. Dans tous les cas, ondfmiord analyser les formes issues de
I'application pour obtenir les parametres statigg] les plus informatifs permettant de

discriminer au maximum chaque classe.

Détermination des parameétres statistiques :

L'une des particularités de l'approche proposéeé'ektenir une correspondance entre les
parametres statistiques et les parametres strigtu@est pourquoi nous avons jugeé
représentatif que les parametres statistiques iratguas calculés sur nimporte quelle partie
du signal (ou méme sur le signal complet simplejnddbus avons choisi de baser les
caractéristiques statistiques sur les épisodesnobtepar la méthode de reconnaissance
structurelle des formes dynamiques. Par exempla, ssgmentation d'une forme dynamique
mene a l'obtention de 4 épisodes, cela signifie tpge caractéristiques structurelles
informatives de cette forme sont obtenues sur ¢haeuces 4 épisodes. De la méme facon,
les caractéristiques statistiques de chacun dépmiesedes doivent étre informatives. De plus,
l'utilisation de parametres statistiques et stmaisuqui concernent les mémes parties des
formes dynamiques permet une meilleure comparalssésultats des methodes.

Parmi les parameétres statistiques que l'on peldulea on peut citer : la moyenne
d'amplitude, le nhombre de pics, le moment ou I'éomie est minimale, la longueur d'un
épisode, la valeur du Kurtosis, la valeur RMS glmps de croissance d'un épisode, etc. Dans
la mesure du possible, il est préférable que ceanpztres soit interprétable. Une fois les
parametres calculés, il est nécessaire de sélaetioou extraire les parametres les plus
informatifs avec une méthode telle que I'Analyse Gamposantes Principales (ACP), la
mesure discriminante de Fisher ou d'autres techaique paramétre statistique sélectionné
peut étre différent pour chaque épisode, mais dareas l'interprétation du résultat peut étre
plus difficile a réaliser. Puis les parametres obse permettent d'établir I'espace de
représentation de la méthode de classificatiostitate. Chaque forme dynamique est alors
représentée par un seul point dans l'espace déseyation.

159



Choix d’'une méthode de classification statistique :

Le choix d’'une méthode de classification statigtigloit se faire en fonction de différents
parametres propres a l'application sur laquellméthode va étre appliquée et a différentes
contraintes définies par les utilisateurs de lgpgibn. Parmi les caractéristiques qui doivent
influencer I'utilisateur sur le choix de la méthpdeus pouvons citer :

* lataille de I'ensemble d'apprentissage,

* la complexité et le nombre de classes,

* la non-linéarité des données,

» le fait de travailler en ligne ou hors ligne,

* la disponibilité d'un expert, impliquant l'utilisam d'une méthode supervisée, non

supervisée ou semi-supervisee,

* le retard de détection maximal autorisé, qui estreation avec le temps de

classification de chaque méthode par rapport aughagplication,

* la quantité de données a traiter,

* la nature du systéme (systéme évolutif, etc.),

* efc.

En fonction de I'ensemble de ces criteres, Katiéur pourra alors étre amené a choisir une
méthode de classification statistique parmi la nude de méthodes qui existent, avec entre
autres :

* Fuzzy Pattern Matching (Cayrol, 1982) et ses exbess

» K-Plus Proches Voisins (Cover, 1967) et ses extessi

e Séparateurs a Vaste Marge (Vapnik, 1995) et semsixins (Dufrenois, 2009),

* Fuzzy C-Means (Bezdek, 1981) et ses extensions,

e Auto-Adaptive & Dynamical Clustering (Lurette, 2003

» evolving Takagi-Sugeno (Lughofer, 2009),

» Learn++ (Byorick, 2003),

» Concept-adapting Very Fast Decision Tree (Hult€(13,

« Self-Adaptive Kernel Machine (Amadou Boubacar, 2005

e evolving Neural Network (Angelov 2004b),

* Similarity MAPping (Medina, 2009),

* General Fuzzy Min-Max Neural Network (Gabrys, 2Q00)

« OLIN (Last, 2002),
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e AddC (Guedalia, 1999),
e Unsupervised Optimal Fuzzy Clustering (Gath, 1989),

* efc.

De plus, la plupart de ces méthodes ont été dgpétss pour tenir compte de la mise a jour
incrémentale des classifieurs, pour diminuer lep®rde classification, pour diminuer les
contraintes de la méthode, etc. Il est égalemessible de tester les méthodes afin de

sélectionner celle donnant les meilleurs résultats.

Validation croisée des résultats obtenus par unthote statistique sélectionnée :

Dans le but de confirmer le taux de classificatadrienu par la méthode statistique de
classification sélectionnée, il est important #sgr une technique de validation croisée telle
que "Leave one Out"” (L10). Cette technique estgmé& sur la figure 3.15.

Ensemble d’apprentissage

contenanth formesx

Extraction Ox;,1<j<n,j#i

: [ Extraction d'une forme ] [ Extraction des formes restant%s

L S e |

[ Apprentissage des formes ]

!

[ Classification de ]

x classifiée

non

Ox classifiees ?

[ Obtention du taux de classification]

Figure 3.15. Technique de validation croisée « lee@ne Out ».

Avec l'utilisation de la méthode structurelle eargilele de la méthode statistique, les

résultats de classification obtenus par chaqueadéthbeuvent étre fusionnés.
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3.4.2.b. Fusion des résultats par le multi-clagsur

La méthode statistique de classification et laho@¢ structurelle de classification ont été
utilisées pour réaliser I'apprentissage et la diassion d’'une base de données. On obtient
pour la méthode structurelle un ensemble de sigemtgui ont permis de caractériser et de
classifier chaque forme. La méthode statistiqueniblune décision de classification sur

I'appartenance ou non de chaque forme par rappbiigue classe.

Chague forme a été classée par rapport a un rcaertembre de parameétres pour chaque
méthode de classification :

» les primitives pour la méthode structurelle, denhbmbre est égal au nombre optimal
d'épisodes trouvé par la technique de segmentaéidiapproche structurelle,

* les paramétres statistigues pour la méthode sgakstdont les valeurs ont été

calculées par rapport aux épisodes trouvés pachmique de segmentation.

Regle de décision globale :

Il ne reste plus qu'a confronter les résultats ldssdication et a prendre une décision
globale. Pour ce faire, le multi-classifieur utlisne régle de fusion pour classer chague forme
X en fonction du résultat trouvé par les deux digsss. La régle est définie comme suit :

Si Cassitens (%) = Copnssienz (%) =C; alors x, OC;, jO{1..,¢}, i O{1..,n}
Si POidSesitens > POIdS aesitionz = X U Cojassiens (%)
SINON § - SIPOIdS assifeus < POIUSassitenz = % [ Coassitenz (%)
Si POIdS, ccifiews = POIAS, assiiey » = dECISION différée (3.2)
ou C_.reu1(X ) représente la classe trouvée par le classifieur &, nombre de formes

classéespoidsassiieus COrrespond au poids ([0;1]) du classifieur 1 dandécision finale. La
somme des poids des classifieurs doit étre égale Be poids donné a un classifieur
correspond a la fiabilité (ou la confiance) quenl'donne a un classifieur dans la prise de
décision finale. Ce poids peut étre déterminé awctfon des erreurs de classification que
réalise chaque classifieur durant une phase de @&saque classifieur qui réussit la
classification d’'une forme, voit son poids augmenf l'inverse chaque erreur de
classification diminue le poids donné a un clasaifi

Ainsi, si la classe d'une forme est la méme posrdeux méthodes alors la forme est
affectée a cette classe. En effet, si les deusifiesrs sont d'accord sur le résultat, il n'y a pa

de doute concernant la classification de la forRem. ailleurs, si la forme est classée par un
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classifieur dans une clas€g et par l'autre classifieur dans une claSge# |, alors on peut
avoir un doute sur la classe correspondant a fmetiee. Dans ce cas, si I'on considere que le
résultat d’'un classifieur est plus fiable que calei I'autre classifieur, on peut choisir de
suivre la décision prise par le classifieur le piiable sinon on peut différer la décision et
demander a I'expert, on parle alors d'apprentisaetifgLughofer, 2010).

Comme nous l'avons vu dans la section 3.3.3, laatige obtenue pour chaque forme
dynamique permet de la caractériser. Toutefois;deactéristiques de cette signature peuvent
ne pas étre suffisamment discriminantes pour cameent classifier la forme représentée par
cette signature. Il en va de méme pour l'interpicgdiad’'une signature. Les primitives d'une
signature nous informent de la structure d'une éodynamique mais elles ne donnent pas
certaines informations statistiques pouvant étngital@s. Prenons I'exemple simple d'une
droite y=5. Du point de vue structurel on obtien@gec une meéthode structurelle une
primitive simple représentant I'information "drditgui est exacte. Par contre, on ne pourra
pas dire que c'est une droite supérieure a 0. i kgormation peut étre trés importante. On
peut citer un autre exemple qui est celui d'ungéer@wec un virage a 30 degrés. Il n'est pas
seulement important de trouver l'information qu'a un virage sur une route, mais quelle est
I'ampleur de ce virage. C'est pourquoi dans laigauivante, nous nous intéressons a la
définition d'une signature mixte interprétable gai veut complémentaire aux résultats de
classification qu'obtient la méthode mixte propos@eartir de cette signature mixte, une

mesure de similarité mixte est calculée.

3.4.2.c. Signature mixte interprétable et mesurde similarité

L'approche structurelle développée précédemmestti¢s 3.3) permet d'obtenir une
signature caractéristique de chaque forme donpriesitives nous permettent de définir une
interprétation. De la méme facon, les parametra8ssgues obtenus sur chaque épisode
permettent de compléter la caractérisation de ahdgume pour réaliser leur classification.
La signature mixte interprétable que nous proposepese donc sur l'utilisation de ces
parametres statistiques et structurels. Du poimugestructurel, on sélectionne la primitpe
i=1...n de chaque épisod® avecn le nombre d'épisodes d'une signature. Du pointuge
statistique, on sélectionne pour chaque épispdiune forme, la valews; qui représente la
quantification du parametre statistique correspohd&i plusieurs parametres statistiques
d'une forme ont été calculés pour un méme épisodpeut choisir d'agréger ces valeurs avec

un opérateur tel que : min, max, produit, etc. Cleaépisodes est alors caractérisé par une
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représentation mixte avgrets. Un exemple de signature mixte est présenté datebleau
3.3.

Tableau 3.3. Exemple de signature mixte d'une falynamique.

Signature A (Py) C(ry) B (P3) C(Pa) A (Po)
Valeurs des
paramétres | 0.4 &) 8.2 &) 233 &) 45,5 &) 6,7 &)
statistiques
Signature
mixte 0,4A 8,2C 233B 45,5C -6,7A

Dans le tableau 3.3, la signature structurellef@shée de 5 primitives « A C B C A ».
Pour chacun des épisodes de cette signature, amete statistique a été calculé. 5 valeurs
représentant la quantification des parametresttates sont donc obtenues : « 0,4 8,2 233
45,5 -6,7 », il s'agit du vecteur forme. La sigmatmixte proposée repose sur la combinaison
de ces valeurs de parametres statistiques et imeisiys obtenues.

A partir de la signature mixte d'une forme, il pessible de calculer une nouvelle mesure
de similarité basée sur celle de I'équation (3CBtte mesure est uniquement définie pour
mesurer la similarité mixte d'une forme dynamiqueurge classe. La signature mixte
représentative d'une classe est composée de latwigrstructurelle de cette classe et de la
valeur statistique moyenne de chacun des épisdatesius pour les formes dynamiques de
cette classe. Cette mesure de similarité mixtasatib la fois la mesure de similarité
structurelle (3.1) et la mesure de similarité stajue simy,: définie entre deux signatures

mixtesSigml (d'une forme dynamique) $tgnC (d'une classe) comme :

e 1 si SSigmL — SSing'

0 si ‘Ssigmc_ 81SigmL‘ > U(Ci),

sim,,(Signt, SigmQ = < oui=1n,
SigmC __ ~Signi
‘S O_(CS) ‘ Si ‘Sisigmc_ SSigml.‘ < U(Ci),
\_ i
isi”itat(Sigrrl SigmQ
SiM, (Sign, SigmQ == (3.3)

n
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avec s°9™ définie comme la valeur du paramétre statistiged'@pisodei de la signature
mixte Signl et o(C, ) est I'écart type de la classe par rapport au patram Puis on définit la

valeur de similarité mixte par :

Sirnnixte = aSirTLtruct + IBSirTLtat’ (34)
a+p=1
ou Simyyuct €St la mesure de similarité structurelle défirae (3.1), a représente le poids donné

a la mesure de similarité structurelle dans leutale la mesure mixte, ¢8 est le poids donné

a la mesure de similarité statistiggian, dans le calcul de la mesure de similarité mixtdeSi
deux mesures de similarité ont le méme poids, elieschacune un poids de 0,5. A l'inverse,
on peut choisir d'augmenter le poids d'une meseigndilarité, dans ce cas, il est nécessaire de
descendre le poids de I'autre mesure. Cela peujuglicieux de donner un poids différent aux
deux mesures, si I'on considere que les résultats @us fiables avec une mesure qu'avec
I'autre, ou si la précision d'une mesure est plymitante que l'autre. Dans ce dernier cas, cela

dépend surtout du nombre d'épisodes utilisés detablissement des signatures.

3.5. Conclusion

Deux approches de classification des formes dymaesi ont été proposées dans ce
chapitre. Pour rappel une forme dynamique est @éfiar une trajectoire représentant son

développement temporel durant une certaine période.

Une premiére approche de classification strudeireepose sur une technique de
segmentation qui ne nécessite pas la définitiosealgls d'erreur d'approximation mais qui
utilise un nombre fixe de primitives. Cette appmcherche récursivement le nombre optimal
de primitives le plus adapté a chaque forme. Hligneente la précision de la segmentation
avec le nombre de primitives tant que ces dernigeesiettent de mieux caractériser la classe

de la forme.

La seconde approche concerne un multi-classifiete utilisant I'approche structurelle
développée et une méthode de classification statesadaptée a I'application sur laquelle on
choisit d'utiliser le multi-classifieur. Il est dleeurs possible d'utiliser plus d’'une méthode
statistique de classification si c'est nécessai@ette approche tient compte des
caractéristiques structurelles trouvées sur landsrdynamiques, pour définir les parametres
statistiques complémentaires pouvant aider a miksoriminer les classes. Les parameétres

statistiques sont issus des épisodes trouves paétlaode structurelle, puis la classification
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de chaque forme a l'aide des deux méthodes peraigenir deux résultats de classification
pour chaque forme. Une régle de décision globalealess utilisée en tenant compte des

résultats des deux classifieurs pour définir lasgade chaque forme.

A l'aide des résultats obtenus par le multi-cfessi, une signature mixte, i.e. composée de
la signature structurelle et du vecteur forme stigtie, proposée permet d'interpréter les
caractéristiques de chaque forme.

Une mesure de similarité mixte, basée a la forslausimilarité entre caractéristiques
structurelles et statistiques, est ensuite calcalpartir de cette signature mixte pour mesurer
l'appartenance d'une forme a une classe. Cetterengmrmet également de quantifier
I'évolution que peut réaliser une forme suite admangement de caractéristiques d'un
systeme. En effet, si 'on possede des formes diypeaes pré et post changement des
caractéristiques d'un systeme, il est possible @sumer la similarit¢ de chacune de ces
formes a la classe représentant le mode de fomatioant du systéme. Si I'écart entre ces
deux valeurs de similarité augmente post changeostatsignifie que la forme fait davantage

partie de sa classe (évolution) sinon qu’elle apgarmoins a sa classe (régression).

Ces approches de reconnaissance des formes parh#tutomatiser la classification des
données et ont pour but d'améliorer le taux desifieation une fois le paramétrage de la
méthode réalisé. Elles peuvent aider a la caraatéoh des formes dynamiques et a
I'interprétabilité des données par les clinicienda@de de la signature mixte proposée.
Toutefois, les méthodes proposées ont égalemerg tautraintes. Le nombre maximal de
primitives a utiliser dans la méthode de segmentalbit étre adapté a chaque application. La
mesure de similarité structurelle est floue maispsécision est limitée au nombre de
primitives utilisé pour représenter une signatu@oncernant la méthode mixte de
classification, il est nécessaire d’obtenir unelesealeur de parametre(s) statistique(s) pour
chaque épisode de la signature d'une forme. Pouiioe, il est nécessaire de choisir
l'opérateur d'agrégation le plus adapté a chagydicapon quand plusieurs paramétres
statistiques sont définis pour un épisode. Cetaipar d’agrégation peut étre choisi par
expérimentation ou il peut étre défini en fonctubes parametres statistiques utilisés. Il aura
une influence sur linterprétation des résultatssguil modifie la signature mixte d’'une

forme.

Dans le chapitre suivant, chacune des méthodesladsification proposées dans ce

manuscrit (Fuzzy Pattern Matching Dynamique, K Arusches Voisins Flous Dynamique-
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Supervisée, K Plus Proches Voisins Flous DynamBgmi-Supervisée, méthodes
structurelle et mixte de classification des forrdgeamiques) seront évaluées en utilisant des

applications simulées et réelles.
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Chapitre 4. Application et validation des approchesgosées

Les méthodes de reconnaissance dynamique degdostatiques et les méthodes de
reconnaissance des formes dynamiques respectivetéealoppées dans le chapitre 2 et 3
vont étre appliguées sur plusieurs exemples delaiions et réels représentant des systemes
évolutifs. Ces systemes touchent aux domaines iddustrie (machines de soudures,
générateur de vapeur des Réacteurs a NeutronseRgpilIR) Prototype Fast Reactor (PFR))
ou au domaine médical (la marche chez les pati@rtsparétiques). Ces systemes présentent
des changements de leurs caractéristiques propnesmaqdifient dans le temps leur
comportement. Cette modification de comportememtdad a un passage entre plusieurs
modes de fonctionnement normal et/ou défaillanhé’tacon progressive ou brutale. Compte
tenu de l'aspect évolutif de ces systemes, il été@tessaire d'utiliser les méthodes de
reconnaissance dynamique des formes afin de n&jtrer la structure et les parameétres des

classifieurs utilisés permettant ainsi de consdeuns performances au cours du temps.

4.1. Application et validation des méthodes propos8 de reconnaissance
dynamique des formes

Selon le type d'application sur lequel on utilisee méthode de reconnaissance des formes,
il est nécessaire de tenir compte de I'ensemble idiesmations disponibles (ensemble
d'apprentissage, le type de données recueilliesné® dynamiques ou non), etc.) et de
'importance des criteres d’évaluation (retard d&edtion, temps de classification, taux
d’erreur de classification, etc.). C'est pourquangl les sections qui suivent, la méthode la
plus adaptée a chaque application a été sélecBopné appliquée. Dans les sections
suivantes, les applications et leur base de dons@espréesentées ainsi que les résultats de
classification obtenus. De plus, ces exemples tiGpions sont complémentaires pour tester
avec des critéres différents les méthodes dévedsppé
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4.1.1. Benchmark d'un systéme hydraulique a deux s&rvoirs

4.1.1.a. Présentation du benchmark

La méthode FPMD (Hartert, 2010b) a été appliquéesidavi d’évolution d'une fuite de
faible ampleur sur le benchmark d'un systéeme dex déservoirs (Figure 4.1). Le
fonctionnement normal du systeme est modélisé 'patomate de la Figure 4.2. Pour la
configuration du benchmark, nous avons sélectiame&pompe® (P, pompe en marché&,
pompe arrétée), deux conduités, et Coz toujours ouvertereliant les réservoir®; etR,, une
vanneV, permettant I'écoulement du liquide et une vaxWp@ermettant de simuler les fuites.

Chaque réservoir est équipé d’'un capteur mesueamitveau de liquidd,; pourR; etl, pour

‘ & .C

W/ W

Flgure 4.1. Benchmark de deux reservoirs.

2

Quatre modes de fonctionnement normaux peuvewesu en fonction du niveais.
Quand ce nivealy est inférieur a un niveau prédéfinila pompe sera active tandis qué; si
est supérieur & la pompe sera arrétée. La valMgsera ouverteMy-ouverrd OU fermée Y.
termegd respectivement selon les deux évenements comibi@sda et e, générés par le
contrdleur en fonction de la valeur lde
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Figure 4.2. Modélisation du fonctionnement normalksgisteme par un automate.

Nous utilisons ce systeme pour diagnostiquer uite $ur le réservoiR;. Cette fuite peut
avoir lieu & partir de chacun des 4 modes normawsydteme (Fig. 4.3).

mode *

3

2

1
2000 4000 BO00 8000 t

Figure 4.3. Changement du mode de fonctionnemere s 4 modes normaux du systéme

en fonction de la régulation du niveau du liquigas le réservoir R

Pour détecter la fuite, les mesures bruitées desunx deR; etR, (respectivement etly)

ont été utilisées (Figure 4.4).
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Figure 4.4. (a) (b) représentent respectivememiveau du réservoir Ret R dans un

0 L 1 I
0 1000 2000 3000 4000

fonctionnement normal tandis que (c) (d) représaintes niveaux dans le cas d’'une faible
fuite ayant eu lieu durant le mode 2 de fonctioner@mormal.

4.1.1.b. Protocole expérimental

Les premiéres étapes réalisées sur ce systéemelesgmitraitement et l'analyse des
données. Trois parametres statistiques discrinfnatnt été extraits de ces données par
rapport a chaque signal ; il s'agit du temps ed#ex pics maximum (« temps max-max »),
de la pente entre deux maxima (« pente ») et dalleur de chaque maximum (« valeur
max ») (Figure 4.5). Le premier parameétre permetadmir si les temps de remplissage et de
vidange des réservoirs sont plus ou moins impatqutils ne devraient étre. Les deux autres
parametres donnent des informations sur I'imposraste la fuite. L'information issue de ces
trois parameétres peut étre également obtenue, réigeant par I'opérateur « max » les deux
signaux de niveaux des réservoirs. D’autres op@mai#agrégation (min, moyenne, etont
€également été testés, mais l'opérateur « max »ul€ig.6) est I'opérateur le plus simple

permettant de conserver les informations des digunasx. L'intérét de cette agrégation est de
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ne traiter qu'un signal a la place de deux sandr@at'informations. Le cycle du systéme
(Figure 4.4.b) ou la faute apparait correspond @ période transitoire spécifique dans
laquelle I'ampleur du défaut ne peut pas étre tgete retard de détection correspondant a
la durée de cette période est pris en considérdams les résultats de I'application de notre

méthode.

max

1
— max(ll, |2)
0.5

Période minimale a
surveiller pour obtenir

une forme
0.5

-1

1} 1000 2000 3000 t

Figure 4.5. Représentation des trois paramétresrinétifs obtenus sur une partie de signal.

— max(y, |o) .= max(ly, |2) _
1 [ Apres occurrence d'une fuite
| A

0s 4 N\
0
05

r ‘ , , b , ) ! 't

1] 2000 4000 6000 8000 0 2000 4000 6000 8000

(a) (b)

Figure 4.6. Opérateur maximum utilisé pour agrélgsrsignaux correspondant au niveau des deux

réservoirs dans le cadre d'un fonctionnement nor@gét défaillant (b).

L’ampleur des fuites simulées varie en fonctionniéiteau du réservoir. C'est la vanvig
qui est utilisée pour simuler des fuites de diffées ampleurs dans le réservaiy.

L'importance des fuites simulées varie selon lalletaide la section utilisée
(2x10™*,25x10*0u3x10*m? sur le réservoiR,. En utilisant ces sections, nous avons

obtenu les classes de la figure 4.7.

173



Valeur max -
14 ¥

#. Classe norma

e 2x107 m’ , | Taille des
. BT 95%10 m ,
22 4 % 3%x10™*m? sections

Temps max-max

Pente 6Suauuo

0.05 0

22l
1

0 100
0. 00 Y 500

Figure 4.7. Classes trouvées pour le mode de fomeément normal et pour les fuites de

trois ampleurs différentes.

Les classes de la figure 4.7 doivent permettreadirmer 'ampleur de la fuite et de
suivre son évolution (retour vers le mode normahoplification de la fuite). Dans notre cas,
nous avons cherché a suivre I'évolution de la fuitais I'espace de représentation afin
d’évaluer le futur niveau de fuite (Figure 4.8).sLelasses des figures 4.7 et 4.8 sont
composées des différentes mesures réalisées ssreyhl signaux bruités lors d'un
fonctionnement normal ou apres occurrence d'urie.f@4 formes ont été obtenues pour le

fonctionnement normal et 110 formes pour chaquesel@orrespondant a un fonctionnement

défaillant.
i2Valeur mﬁx 12 Valeur max ., Valeur max
1 11% Cl 1 ﬁ Cl 14 'ﬂ:‘ Cl
oo f 1 1
08+ 0.8

05 =) ==
044 0.4 0.4 o2
02 0z 02+ 23# CZ'
| Pente Temps | Temps | 5 Temps
02 siﬁgp_g_g Pente 5]%@ 0.2 ente Jbﬁﬁﬂu
o1 0B 0ok a1 01 008 0 005 01 01 005 0 005 01

(a) (b) (c)

Figure 4.8. Ensemble d'apprentissage utilisé repnésnt la classe du fonctionnement normal

‘C1 et la classe de fuite de sectian10™ nt (a). Evolution de la taille de la section jusqu'a

25x10™ nf (b) et3x10™*n? (c).

4.1.1.c. Résultats de classification

La phase d’apprentissage a été réalisée en ntilisa 110 formes représentant une classe

C, de fuite obtenue avec une section 21810™ n? et les 24 formes de la clas€g de

fonctionnement normal. Ces formes ont permis a FPM® calculer les fonctions
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d’appartenance des deux classes. Ensuite, la fdatish des formes a été réalisée en
utilisant deux ensembles de points de test :
» 110 formes correspondant a la premiéere évolutiohadepleur de fuite d’une section
de 2x10™a 25x10™*m?,
« 110 formes représentant la fuite qui continue déso jusqu'a la section de

3x107*m>.

Le résidu obtenu par FPMD apreés classification’@esemble des nouvelles formes est

présenté sur la figure 4.9.

1 . .
— Ry (résidu de la classe de fuite)
sl == Ro(résidu de la classe normale)

06

th2=0,5

04
0.2

D Y th1=0,1

o 4
= = s s>==2Formes classées

Figure 4.9. Résidu obtenu par FPMD pour I'ensend#s formes évolutives classées.

La figure 4.9 montre qu’une évolution de la cladsduite de sectiox10™a 25x10™

m? est détectée aprés la classification de 4 formess IBs nouvelles formes sont classées
dans la classe de fuite, et les formes classédsjsgpies représentatives d'une évolution
comme le montre le résidu. En effet, un changerdentaractéristiques de la classe de fuite
apparait avec ces nouvelles formes qui se sontrgssigement déplacées dans l'espace de
représentation. Ces nouvelles formes qui sont septatives d'un changement sont celles qui

sont sélectionnées par FPMD.
Aprés la classification de la 8% forme de la fuite de section égalegx10™* m?, th2 est

atteint et la classe est adaptée. Afin de trosgechractéristiques de la classe évoluée, c'est-a-
dire son nouveau centre de gravité, un retard textién correspondant au nombre de formes
classées pour réaliser I'adaptation de la clagseéegssaire. Aprés cette premiére adaptation,
les formes non représentatives sont oubliées nletifin d’appartenance de la classe est mise a
jour et les seules formes de la classe de fuité selfesclassées entre K™ et la 5§™

forme.
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Les formes suivantes sont classées dans la dlasp@&au début de la seconde évolution
détectée aprés la classification de la*'tforme. Le résidu atteirth2 aprés la 128" forme
et aprés la 199 forme. La classe est donc adaptée deux fois. dssel contient finalement
93 formes représentatives du mode de fonctionnearertmal final.

Les étapes réalisées par FPMD sur la classe tedont synthétisées sur le schéma de la
figure 4.10.

1°" tation I 5 -
adaptatio Sélection des formes 4 a 59 pour adapter la clisseaite.

de la £ . . . .
Oubli des anciennes formes non représentatives
évolution
A 4
Les formes 60 a 110 sont classées dans la claap&éad
Mise a jour de la classe
- A 4
1% adaptation Sélection des formes 111 a 128 correspondant pantie
delad® < de I'évolution de la classe et adaptation de Issela
évolution Oubli des anciennes formes non représentatives
-
2"% adaptation Sélection des formes 129 a 199 correspondantuitiade
dela 2% < I'évolution de la classe et adaptation de la classe
évolution Oubli des anciennes formes non représentatives

A 4

Les formes suivantes sont classées dans la cldap&a.

Mise a jour de la classe

Figure 4.10. Résidu obtenu par FPMD pour I'ensendae formes évolutives classées.

Les résultats de classification obtenus par lahou# FPMD et par les méthodes

incrémentales pour ce cas sont présentés danddadad. 1.
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Tableau 4.1. Résultats de classification obtenud=paMD (h=5, th1=0,1 et th2=0,5), FPMI
(h=5), SVMI (noyau Gaussien avec variance=10 efstamte de régularisation=5) et KPPVI

(k=5).
FPMD FPMI SVMI KPPV
supervisée
H re
'”d%\‘fglﬂ';iloanf 100 % 50 % 50 % 50 %
. de
'”d%\'?gl‘arti'j‘n? 100 % 33,3 % 33,3 % 33,3 %
tretarg de la £° B Pas de détection Pas de détection Pas de détection
. ) tretara=4 formes . . . . . :
évolution des évolutions | des évolutions| des évolutions
tretarg de la 2™¢ 3 Pas de détection Pas de détection Pas de détection
z . tretard —1 fOFme z . z . z .
évolution des évolutions | des évolutions| des évolutions

4.1.2. Systeme de commutation

4.1.2.a. Le systeme

Ce cas décrit un systeme évolutif réalisant unangotation entre plusieurs modes de
fonctionnement. Le systeme est initialement damadde 1, puis il évolue vers le mode 3 en
passant une bréve période dans un mode de fonetimmt transitoire (mode 2) chevauchant
les deux autres modes (Figure 4.11). Le classifignamique doit détecter une évolution du
systeme et doit estimer les parametres du nouvesie rde fonctionnement. Cela pourrait
ainsi permettre de bien classifier les nouvellemfis en fonction des conditions d'évolution

de I'environnement du systeme.

Mode 3

\ 4

Normal Transitoire Défaillant

Mode 1 2500 @ 600

Figure 4.11. Systeme évolutif commutant a traweis thodes de fonctionnement.

Les trois modes de ce systeme sont décrits parfolestions de transferts discrétes
suivantes:

z+09
F.(2)= 0<t<500 4.1
(2 7% - 082% + 01322 - 0162+ 045 1)

z+08
z*-072®+02z* +03z+ 015

F,(2) =

,500<t < 600 (4.2)
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z+ 0.8
F.(2) = ,600<t <1000 4.3
:(2) z* - 05z° + 03z + 04z+ 005 43)

La période d'échantillonnage du signal de sottiermu est de 0,1 unité de temps (Figure
4.12). La sortie contient 10000 points et le siggstlgénéreé en utilisant une séquence binaire

pseudo aléatoire comme entrée.

§i orti ' I i .
) ignal de sortie Instants de cgmmutation

Mode 1 IMode 2 Mode 3

E L
0 1000 2000 3000 4000 5000 5000 7000 3000 9000 10000

BSignaI de sortie! !

Ins:tants de commu:tation

Mode 2

L |
4500 5000 5500 6000 6500 7000

(b)

Figure 4.12. Signal de sortie (a) et zoom sur lagips représentatives du changement entre

les modes de fonctionnement (b).

4.1.2.b. Recherche des parametres discriminatifs

Dans le but de construire un classifieur dynamigffieace, les parameétres caractéristiques
des modes de fonctionnement doivent étre extragslectionnés. Le but est de détecter aussi
rapidement que possible un changement dans lestiomisddes modes de fonctionnement du
systéme et d'estimer correctement ses caractéssti(pparameétres de la fonction de transfert
calculables avec Matlab). De nombreux paramétmassstjues (spectraux et temporels) ont
été calculés. Ces parametres sont lies a l'énelgiesystéme, l'entropie, le spectre de
puissance, I'amplitude du signal, etc. Dans la @lBesxtraction des parametres, nous avons

cherché I'ensemble minimal de parametres non ésres utilisant la méthode d'Analyse en
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Composante Principale (ACP) (Jolliffe, 2002). Ehsunous avons sélectionné a partir de cet
ensemble minimal, les paramétres qui permetterteior des classes séparées et compactes.
Dans le cadre de cette application, les paramé&pestraux n'ont pas permis d'obtenir un
espace de représentation discriminant, par comtis fparametres statistiques ont été
conserves :
* la valeur minimale en amplitude, caractéristiqué@elution du signal,
* la moyenne quadratique (Root Mean Square (RMS)),sumee statistique
caractéristique du changement de I'’énergie du kigna
* le nombre de passages par zero (Zero Crossing ®atéCR) utilisé de facon
fréquente pour discriminer les données dans deawigacoustiques. Ce paramétre est

souvent utilisé dans le cadre de la reconnaissgatz parole.

Les propriétés statistiques du signal de sorticc&lesysteme évolutif changent avec le
temps. Afin de détecter ce changement, les vaiesgparametres sélectionnés sont calculées
pendant une fenétre glissante. Cependant, cetétréedoit inclure suffisamment de points
pour estimer correctement les parameétres de chraqde. Nous avons testé plusieurs tailles
de fenétre. La valeur retenue pour la largeur dfenétre est égale a 250 points ; c’est celle
qui maximise le pouvoir de discrimination entre lddéférents modes de I'espace de
représentation. Le pas de la fenétre est choisimemegal a la moitié de la taille de la fenétre.
Ce chevauchement entre deux fenétres consécutrasepde considérer le lien entre elles.
Ce lien est fort quand les données appartiennemh@ue mode de fonctionnement tandis
gu’il devient faible quand elles appartiennent auxdenodes différents. Toutefois, en
chevauchant les fenétres, la moitié des donnéeg danétre est utilisée une deuxieme fois
par la fenétre suivante. Le chevauchement desréenpeut donc étre utilisé particulierement
sur les applications pour lesquelles le changemdentaractéristiques peut étre brutal et
surtout puisqu'il implique le traitement et la clifisation de plus de données, il doit laisser
suffisamment de temps a la méthode pour classifiaque nouvelle forme avant que d'autres
formes n'apparaissent. La figure 4.13 montre lendés obtenues sur le signal de sortie de la

figure 4.12 dans I'espace de représentation forandgs trois attributs conserveés.
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Figure 4.13. Formes appartenant aux trois modefdetionnement du systeme.

Les 79 formes de la figure 4.13 correspondentraoges de fonctionnement du systéme
en fonction de chaque fenétre de données. Lewsetagrespondante est :

« C, pour les formes allant de 1§%jusqu’a la 3§ fenétre (39 formes),

« C,pour les formes allant de la#8jusqu’a la 48™fenétre (9 formes),

« Cgpour les formes allant de la#8jusqu’a la 78" fenétre (31 formes).

4.1.2.c. Résultats de classification

Les 10 premieres formes du signal de la figure 4t été utilisées comme ensemble
d’apprentissage par la méthode KPPVFD Superviséaisqie toutes ces formes
correspondent a la clas§k ; seule une classe a été apprise initialement.auées formes
constituent I'ensemble de test. Seul le mode detimmement normal correspondant a la
classeC, est connua priori. L'erreur d’estimation de la fonction de transfest calculée a
partir des parameétres de la fonction de transfaduées par Matlab. Pour KPPVFD-S, une
fois I'évolution confirmée, on connait le momegk,: ou le signal a changé de mode de
fonctionnement. Dans ce cas, avec la fonction terxdatlab on peut calculer les parametres
de la fonction de transfert sur tout le signal judtqap: L'erreur d'estimation de la fonction
de transfert est ensuite calculée comme la moydageraleurs absolues des écarts entre les
parametres estimeés pour les résultats d'une mé#tdds parametres attendus et connus pour
chaque mode de fonctionnement.

Les paramétres utilisés par la méthode KPPVFD-8t sok=5, thl=5, NbMin=7,
thrusior=0,1, m=10 et n,=20. Les parametrds etNbMin ont été définis en fonction du faible
nombre de formes de l'espace de représentatidnest défini pour détecter les évolutions

progressives de la classe et les valeurs des paemnget n, sont celles définies par défaut.
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Les résultats de classification obtenus par KPP\&tpervisée sont présentés sur la figure
4.14.

25 .
Minimum
-35
45

55

6.5

75

RMS
2 ZCR

15

40 45 50 55 60 65 70 75 80
Figure 4.14. Classe finale obtenue par KPPVFD Svigée. Les formes grisées ont été

supprimées apres confirmation de I'évolution delésse.

Une adaptation de la classe a eu lieu avec KPPSliervisée &36, c'est-a-dire aprés la
classification de la 48°forme de la figure 4.13 puisque 10 formes ontufilisées comme
ensemble d'apprentissage. Cette évolution validé8& signifie que le début de I'évolution
de la classe a été détecté=a9 puis qu'il a fallu un nombridbMin de formes pour valider
I'évolution (petectio=tvaidatio-NbOMin). L'évolution de la classe est donc détectée exastem
apres la classification de toutes les formesCde(39 formes dont les 10 de I'ensemble
d'apprentissage).

La classe adaptéeta36 contenaik formes du mode de fonctionnement transitoire qui
posséde des caractéristiques trés proches de dellesode 3. C'est pourquoi, les formes
venant apré$=36 ont été classées dans la classe adaptée sentedée nouvelle évolution
de la classe. La classe finale obtenue par la rdétleontient une partie des formes de la
classe représentant le mode de fonctionnementitvaaset I'ensemble des formes de la
classe représentant le fonctionnement anormafdteses deCs;). La validation de I'évolution
a éteé réalisée avec un retard minimal corresporelanbmbre de formes utilisées pHyMin
pour confirmer I'évolution de la classe. Les résgltde classification obtenus par KPPVFD-S
sont présentés dans le tableau 4.2. Le mode 2pd#ssteprésenté dans le tableau puisqu'il

représente un mode de fonctionnement transitoire.
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Tableau 4.2. Résultats de classification obtenuKRPVFD Supervisée €5, th1=5,
NbMin=7, thrysiori=0,1, m=10 et n,=20), FPMI (h=5), SVMI (noyau Gaussien avec

variance=10 et constante de régularisation=5) etRR (k=5).

KPPVFD FPMI SVMI KPPVI
Supervisee
indy pour le 100 % 49,4% 49,4% 49,4%
mode 1
indy pour le 81,6 % 39,2% 39,2% 39,2%
mode 3
Pas: de Tetard de Pas de détection Pas de détection Pas de détection
tretard détection de de I'évoluti de l'évoluti de l'évoluti
l'évolution e |'évolution e |'évolution e |'évolution

La classe obtenue par la méthode KPPVFD Supendgsgespond deux fois plus a la
classe attendue pour le mode 3 que celle obtermuegpméthodes incrémentales. Ce résultat
est dO a l'utilisation des seules formes reprétieagaindy) dans la mise a jour du classifieur.
De plus, la méthode permet de détecter et valideolution réalisée par la classe. Ainsi, a
partir d'une seule classe connue, la méthode péwempir un opérateur qu'un changement
dans les caractéristiques de fonctionnement dérmsyst eu lieu. La méthode a mis a jour la
classe en fonction des changements temporels dast@astiques du systeme. Cependant,
une fois les caractéristiques de la classe calcualést a un opérateur que revient la décision
de faire correspondre cette classe a un nouveae g@donctionnement (mode 3 et non plus
mode 1).

Pour confirmer ces résultats de classification, naoiveau signal est généré avec une
évolution difféerente des modes de fonctionnemerguflé 4.15). Ce signal est utilisé pour
tester les caractéristiques des classes déja epmisutilisant le signal de la figure 4.12. Le
nouveau signal commence dans le mode 3 (39 formes,il se situe dans le mode 2 (9
formes) et finalement il atteint le mode 1 (31 fesn

182



Sortie Instants de commutation

Mode 3 I\/Iode :a Mode 1
| | 1

 t
o0

Figure 4.15. Signal de test généré dans un ordiféraint de celui utilisé pour 'ensemble

d’apprentissage.

La classification des nouvelles formes obtenues cgi signal est réalisée avec les
paramétres de KPPVFD Supervisée définis précédem(iableau 4.2). Les résultats de

classification obtenus par KPPVFD-S pour ce sigoak présentés dans le tableau 4.3.

Tableau 4.3. Résultats de classification obtenuKPVFD-S pour le signal de la figure
4.15 en utilisant les classes trouvées précédemghantre 4.14) (Tableau 4.2).

Temps réel Résultat obtenu par KPPVFD-S

Temps de détection du mode 3 =18 39 t=1a43

Temps de détection du mode 2| =40 a&48 -

Temps de détection du mode 1| =49a79 t=44 a 79

Les résultats obtenus pour ce signal dépendentldsses trouvées sur la figure 4.14.
Puisque la classe de transition (la classe 2) asagé détectée précédemment, elle n'est pas
détectée non plus pour ce nouveau signal. Le telmmiketection de chaque mode correspond
aux résultats obtenus pour les formes de la figuiel. Seules les formes de la classe
transitoire sont mal classées. Quatre d’entre sled classifiees dans le mode 1 et les cing
autres dans le mode 3. Aucune nouvelle évolutiola déasse n'a été détectée comme prévue

durant la classification de ces formes.
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4.1.3. Suivi de qualité des soudures réalisées par robot industriel

4.1.3.a. Systéme industriel de soudure

Cette application concerne le probleme de suivigdelité des soudures d'un systeme
industriel de la société Turquais située a RaueetsRlaba dans les Ardennes (08, France).
Cette société réalise la mise en forme de fileedutles depuis 1840. Les pieces réalisées sont
soumises a des controles de qualité trés précis il utilisées dans le milieu automobile,
dans I'équipement électroménager, dans les mabitier bureau, dans le domaine de la
maroquinerie, etc. Le systéme de la société Tuscmaguel nous nous sommes intéresseés est
capable de réaliser la soudure de différents tgeemétaux en quelques secondes. A chaque
cycle de soudure, c'est-a-dire aprés la mise erepla nouvelles piéces par un opérateur
humain, le systeme réalise la soudure de 4 a 6rbiss de pieces (Figure 4.16).

(b)

Figure 4.16. (a) le systeme de soudure surveilec@aon systéme de contréle. (b) Soudure de

(@)

deux pieces métalliques.

En fonction du type de pieces soudées, le nombroddures, leurs longueurs et d’autres

caractéristiques peuvent changer (Figure 4.17).
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(a) (b) (©)
Figure 4.17. Exemple de deux types de piéces so(digee 1 — (), et Type 2 — (b)). Ces deux

pieces sont de bonne qualité. (c) Trois représamatschématiques de soudures. De gauche
a droite, ces soudures sont respectivement borogefibe et pour la derniere fine et

discontinue.

Sur la figure 4.17.c, deux représentations schigueg de deux différentes soudures de
mauvaise qualité sont présentées. En effet, quardsaudure est trop fine ou discontinue,
elle mene a la création de pieces défectueuseplicgest pas tolérable. Ainsi, I'intérét de
surveiller ce systéme est de détecter en lignesdas mauvaises soudures afin de corriger les
paramétres du systéme ou de changer une piécentechdne dés qu’un probléme est détecté.
L'approche proposée est basée sur I'analyserpigtation et la classification des signaux
acoustiques issus des soudures de deux piecesligoéml De plus, il peut étre
particulierement intéressant de suivre I'évoluties soudures, afin de détecter au plus t6t une
défaillance, et de voir si le défaut se confirmesola soudure redevient rapidement de bonne
qualité. Pour cela I'approche proposée doit pemmekt détecter I'évolution de la qualité des
pieces soudées et un opérateur humain doit étré avene piéce est considérée comme étant
de mauvaise qualité. Actuellement, les opérateuradins experts de cette machine sont
supposés détecter un changement dans la quakdudere a partir des sons qu'ils entendent.
Pour étre capable de réaliser le méme traitementigsant un ordinateur il était nécessaire

d'utiliser cette information sonore.

4.1.3.b. Protocole expérimental

Initialement, deux microphones ont été positionnéds sur le robot de soudure entre 40 et
50 cm de la soudure et un en dehors du périméetsystéme de soudure pour acquérir tous
les sons de I'environnement et pour les extrairsigiial de soudure. Le second microphone

ne s'est pas montré d'une grande utilité, un sembphone posé sur le bras de soudure a donc
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été retenu. Le microphone est placé sur le systtnsmudure, dans la direction de la soudure,
pour obtenir un son de soudure plus précis et péduire significativement le bruit de

I'environnement du systeme. Le systeme d'acquigitistallé est présenté sur la figure 4.18.

Systeme de soudure
avec le microphone

installé
R Boitier
Cable du ) d'acquisition
microphone B
Ordinateur

Figure 4.18. Systeme d'acquisition installé a praié de la machine de soudure.

Un microphone EM135 (marque LEM) est utilisé powqwerir les données. Ce
microphone est connecté au boitier d'acquisitio-$8 (marque National Instruments) en
utilisant un cable blindé de 7 metres résistant emouvements du bras de soudure et a
certaines perturbations. Puis, le systeme d'a¢muisest connecté a l'ordinateur. La fréquence
d'échantillonnage a été fixée pour les premieresunes a 75 KHz (Hartert, 2009b) dans le
but de contenir tous les sons qu'un humain peenent et pour respecter la loi de Shannon
qui impose une fréquence d'échantillonnage au madéusx fois supérieure a la fréquence
maximale de I'événement a étudier. Cependant, ftétiaence d'échantillonnage s'est avérée
trop élevée, ce qui se traduisait entre autresdpalruit sur les données recueillies. Par la
suite, la frequence d'échantillonnage a été ramarigeKHz. En effet, I'étude des fréquences
intéressantes a surveiller, présentée dans la @ireeksection, a montré que ces fréquences ne
sont pas tres élevées. La base de données est s@enge 70 soudures dont 9 de mauvaise

qualité. Un exemple de son de soudure de bonndééjeat présenté sur la figure 4.19.
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Figure 4.19. Signal acoustique obtenu pour une soeide bonne qualité.

Il est intéressant de comparer ce signal avec chlme mauvaise qualité de soudure

(Figure 4.20) afin de voir si des caractéristigaegistiques et/ou structurelles peuvent étre
discriminatoires.

Amplitude (V) [
0.2 I

014

]

il

0z Mauvaise I Bonne
ité I ualité
a3l qualité q

Probleéme dans la soudure
04 . . Nombre de mesures

i] 1 2 3 4 .
w10

Figure 4.20. Signal acoustique pour une soudurendavaise qualité. La partie de soudure

de mauvaise qualité apparait seulement sur unegérde quelques secondes, voire

millisecondes, dans différentes parties des signaux

Dans la figure 4.20 le signal semble avoir undig@aimilaire & celui de la figure 4.19,
mais d'autres parties différentes sont égalemé&septes. En effet, sur la figure 4.20 la partie
notée 'Mauvaise qualité' concerne l'occurrenceldsiqurs défauts de soudure. Ces défauts
sont dus aux changements temporels des caragféestdu systéme aussi bien qu'a l'usure de
ses outils. Cela entraine un changement dans sale me fonctionnement qui évolue de
normal a défaillant pour produire des pieces devaige qualité. La qualité d'une soudure
peut évoluer rapidement de telle facon que mémesipartie d'un signal représente une
soudure de bonne qualité, une autre peut représemeesoudure de mauvaise qualité. Il est
également important de préciser que suite a unedede soudure de mauvaise qualité, la
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soudure peut revenir dans un mode de bonne quaiitéme le montre la figure 4.20.
L'ensemble de ces observations montre la difficodtér des opérateurs humains de détecter
I'ensemble des soudures de mauvaise qualité eusditmpossibilité qu'ils ont de détecter
I'évolution de la qualité des soudures au courehps.

La partie suivante présente la phase d'analyseacgtié réalisée sur ces signaux pour
trouver les parametres informatifs du systeme quivpnt étre utilisés pour discriminer les

qualités de soudures.

4.1.3.c. Phase d'analyse des signaux acquis

Dans un premier temps, nous avons cherché quaellel'étendue des fréquences utilisées
lors de la réalisation d'une soudure. Pour celasravons calculé la densité spectrale de

chaque signal (Figure 4.21).

4000

o Densité spectrale

3000
2500
2000
1500
1000

500+

e Fréquence (Hz)

0 m
0 1000 2000 3000 4000 5000 6000 7000 8000

Figure 4.21. Densité spectrale d'un signal acoustige soudure.

Sur la figure 4.21, on peut voir que certainesdieande fréquences sont particulierement
présentes dans les signaux, par exemple les baed&equence de 2000 a 4000 Hz et de
6000 a 7000 Hz. D'une maniére globale, on peut dure I'ensemble des fréquences
informatives semble étre situé en dessous de 7@0@'ekt d'ailleurs I'une des raisons qui ont
permis de baisser la fréquence d'échantillonnag® &Hz. Afin de suivre I'évolution de
chaque soudure au cours du temps, nous avon uiiis fenétre glissante. Il est important
que cette fenétre contienne suffisamment de forpas que les informations soient
représentatives. Pour cela, nous avons étudié yaérimentation différentes tailles de
fenétres, contenant de 20 a 500 points. Une fetrépepetite ne permettait pas de caractériser
les modes de fonctionnement du systeme puisquiecontenait pas suffisamment de
données informatives, tandis qu'une fenétre trgmag créait un retard de détection des

188



évolutions et diminuait le taux de classificatiosdlonnées. C'est une fenétre de 200 points
qui a été sélectionnée. Une fenétre de cette &éls avérée suffisamment informative sans
engendrer un retard dans le calcul des paramétrésspace de représentation. Le pas d'une
fenétre est de 200 points, c'est-a-dire que ledtifes ne se chevauchent pas mais se suivent.
Le chevauchement des fenétres n'a pas été réalisgup suffisamment de formes étaient
obtenues par ces fenétres pour suivre le fonctioené du systéeme et que compte tenu du
temps de classification nécessaire a la méthode, fillait pas que ce chevauchement crée un
retard dans la détection des soudures de mauvaadieg Pour chacune de ces fenétres, nous
calculons la densité spectrale et plusieurs parasistatistiques (moyenne, maximum, RMS,
Kurtosis, coefficient de dissymétrie, variance,)etén ce qui concerne la densité spectrale, il
s'est avéré particulierement intéressant d'étlelevaleurs obtenues par différents paramétres
statistiques dans la bande de fréequence 6000-7000AHpartir de I'ensemble de ces
parameétres, nous avons sélectionné ceux qui peiemttde discriminer les classes de
soudures de bonne et de mauvaise qualité. Dewmptnes ont été retenus pour établir
I'espace de représentation :

* la valeur du coefficient de dissymétrie (skewnessjgep,, calculée pour la dérivée

premiere de chaque fenétre de soudure,
* la valeur RMS de la densité spectrale pour la baedeéquence 6000-7000 Hz, notée

p2, calculée pour chaque fenétre de soudure.

A chacune des fenétres de données correspondrume tlans l'espace de représentation.
Sur la figure 4.22, nous représentons un signaodelure de bonne qualité et les formes qui
lui correspondent dans I'espace de représentation.

Amplitude (V) - D2

04r 6k

nyys
1 |-

D6}
TN 2 7 07 17169

[] |
Nombre de mesures
08 . . . . . s .
0

1
05 1 15 2 25 3 35 4 -1 L L L L L L L
4 -1 0 1 2 3 4 5 6 7

x 10

(@) (b)

Figure 4.22. Signal de soudure de bonne qualité{dgs formes qui lui correspondent dans

I'espace de représentation (b). Chaque forme ggsésentée par son numéro de fenétre.
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Sur la figure 4.23.a nous représentons un sigaaodidure de mauvaise qualité. Sur cette
figure, le début de la fenétre de chaque formeespondant a une mauvaise qualité de
soudure est représenté pdr Les formes correspondant a ce signal sont pié@sersur la
figure 4.23.b.

Amplitude (V)

04}
formes n° 18 a 26 formes n° 87 a 94

42k l formes n° 63 a7 l

v

b N r
formes n° 30 a 39 formes n° 100 a 105
04k
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N | | | | | | | | |
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% 10°
@
T —
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4 17789 formes correspondant & des fenétres
) de soudures de mauvaise qualité
3 L
ol 2 32 87
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By .
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ol sasementuiciblimn:zico 2 | o honne qualité
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1 0 1 2 3 4 5 6 7
(b)

Figure 4.23. Signal de soudure de mauvaise qugitét les formes lui correspondant dans

I'espace de représentation (b).

Sur la figure 4.23, on peut voir les deux clagka# les fonctions d'appartenance devraient
étre estimées par le classifieur. On peut égaleroenstater que certaines formes font la
transition entre les fenétres de soudure de booaété) et celles de mauvaise qualité. Par
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exemple, la forme de la fenétre 18 méne le systame la classe défaillante, tandis que la
forme 26 ramene le systéme vers la classe de émmetment normal. Ainsi, lorsqu'une
mauvaise qualité de soudure apparait, plusiewsssat retours ont lieu entre les deux classes.
Le mode de fonctionnement évolue donc en fonctiea daractéristiques temporelles et
fréquentielles du systeme. Afin de montrer avee ple précision l'aller retour des formes, un
zoom est réalisé sur une partie du signal et sesefo correspondantes sont présentées sur

I'espace de représentation (Figure 4.24).

02 Amplitude (V) P2

02r
015
01

4t % 49

005 25%120

-0.05F
01k

0151
nzk
-0.25 1

Nombre de mesureso_ P1

L
3000 3500 4000 4500 5000 5500 -11 L L L L L L L !

Figure 4.24. Zoom sur les formes correspondant grobléme de soudure et formes
correspondantes dans l'espace de représentatianfdrenes de la classe de bonne qualité

sont également affichées pour donner des reper@sdya I'évolution réalisée.

4.1.3.d. Résultats de classification

Dans le but de se mettre dans les mémes conditjoles I'opérateur humain pour
l'utilisation de notre méthode, nous ne considémuiane seule classe comme connue ; la
classeC; qui contient les formes correspondant aux fen&esoudures de bonne qualité.
Pour la classification de I'ensemble des souducgsises nous avons utilisé un ensemble

d'apprentissage tel que celui de la figure 4.25.
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P2

Figure 4.25. Exemple d'ensemble d'apprentissadis@éipour la classification de nouvelles

soudures. 175 formes font partie deg C

A partir de cet ensemble d'apprentissage, noussauéalisé la classification de chaque
soudure, c'est-a-dire la classification de chadgreasacquis sur le systéme, les unes apres les
autres. Suite a la classification d'une premiénedse de mauvaise qualité, la méthode
KPPVFD Semi-Supervise&%5 ; th1=5 ; NbMin=5 ; thrysio=0,1 ; N1=10 etn,=400) nous

permet d'obtenir les classes de la figure 4.26.
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Figure 4.26. Classification de la premiére souddeemauvaise qualité.

Suite a la classification de cette premiere soeiddeux classes ont été identifiées par la
méthode. L'évolution de la classe a été validée289 alors que I'évolution a réellement
débuté &=295. Un retard de détection 8Min=5 fenétres a eu lieu. Ce retard correspond
aux formes qui peuvent étre classées dans unesdissransition. || permet de confirmer
I'évolution de la class€; avec un retard faible tout en évitant certainesgas alarmes qui

peuvent avoir lieu avec le bruit présent sur ldésye. Puis les autres soudures de mauvaise
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qualité, provenant des autres signaux acquis, gakement été classifiées. Le résultat de

classification de I'ensemble de ces soudures ésepté sur la figure 4.27.

Figure 4.27. Classification de I'ensemble des farohes soudures de mauvaise qualité.

Une nouvelle class€; a été créee, elle correspond a une zone tramsiti@r qualité de
soudure moyenne comprise entre les soudures de lmualité et celles de mauvaise qualité.
Seules les formes ayant subit un changement detéestiques suffisant sont donc classifiées
dans la class€,, ce qui permet de ne pas avoir de fausses alalfssemble des autres
soudures de bonne qualité a ensuite été classéesites soudures de bonne qualité sont

entierement classifiées da@s (Figure 4.28).
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Figure 4.28. Résultat de classification de I'enslendles soudures de la base de données.

Suite a la classification de I'ensemble de cesle®s, certaines conclusions peuvent étre
données :
- 100 % des soudures de bonne qualité sont classdees la clas$e;,

- 100 % des soudures de mauvaise qualité sont désecté
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- les formes mal classifiées (0,2 % de I'ensemble fdeses) correspondent a des
formes transitoires. Elles influencent seulementeliard de détection de certaines
soudures de mauvaise qualite,

- tres peu d'informations (minimum 2 points @g sont nécessaires a la mise en place
de la méthode KPPVFD Semi-Supervisée,

- le retard de détection d'une mauvaise soudureigt {8 millisecondes),

- certaines classes temporaires créées par la méthmde été supprimées
automatiquement durant la classification de l'efidendes mesures. Ces classes ont
été jugées non représentatives puisqu'elles nemraient que peu de points et qu'elles
n'‘en recevaient plus suite a leur création. Cetippression de classes non
représentatives permet de maintenir a jour le ifiass en n'utilisant que les classes

informatives du comportement du systeme.

L'ensemble des résultats de classification obfmruKPPVFD Semi-Supervisée pour la
classification des soudures de bonne et mauvasi@giest réesumé dans le tableau 4.4. Les
résultats de classification des méthodes incrérensant également présentés en utilisant les

mémes conditions expérimentales (ensemble d'apgsage et formes a classifier).

Tableau 4.4. Résultat de classification de KPPVIEDhSSupervisée et des méthodes
incrémentale$PMI (h=5), SVMI (noyau Gaussien avec variance=10anstante de
régularisation=5) et KPPVI (k=5).

KPPVFD
Semi- FPMI SVMI KPPVI
Supervisée
Détection des mauvaises 100 % 0% 0% 0%
soudures
Détection des bonnes 100 % 100 % 100 % 100 %
soudures
tretargMoyen de détection Aucune Aucune Aucune
, . 5 formes , . , . ) i
d’'une mauvaise soudure détection détection détection
treta}rd moyen de détection Pas deretard Pasderetard Pasderetard Pasde|re
d’'une bonne soudure

L'ensemble des soudures de mauvaise qualité a aordbreuses formes classées dans
et C3. Seules quelques formes des soudures de mauwvasite pnt été classées par erreur
dansC;. Il s'agit des formes ayant engendrées un retardlédection de I'évolution. Ces

formes ne sont donc pas mal classées consécutivemléas correspondent a quelques
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premieres formes de soudures de mauvaise qualiténverse aucune soudure de bonne
qualité n'a de forme classée d@hetCs. Les méthodes incrémentales ont toutes leurs ®rme
classées dar,, elles ne détectent pas I'évolution de la classe.

Ainsi, le résultat de classification obtenu par FKFED-SS permet de parfaitement
distinguer les soudures de bonne qualité de célanauvaise qualité. De plus, seul un faible
retard de détection de la qualité d'une piéce wadie qui permet d'appliquer en ligne cette
approche a ce systéme. Un systéme d'alarme sounonsible pourra étre mis en place pour

prévenir les opérateurs d'un défaut de soudure.

4.1.4. Suivi du fonctionnement d’'un générateur de apeur du Réacteur a
Neutrons Rapides (RNR) Prototype Fast Reactor (PFR)

4.1.4.a. Présentation du systeme

Cette application concerne le développement dutil de détection acoustique passive des
fuites d’eau du Générateur de Vapeur (GV) du RéacééNeutrons Rapides (RNR) Prototype
Fast Reactor (PFR). L'objectif de cette approchesiste a détecter les fuites d'eau de
plusieurs ampleurs et a des endroits différents ametemps de retard trés réduit. En effet, la
réaction produite suite a un contact entre I'eale etodium utilisé pour refroidir le corps du
réacteur est la cause d’'une explosion.

La base de données utilisée est composée d’etmezgents acoustiques de l'injection
d’Argon dans le sodium du GV. Ces données sontesssiiexpériences réalisées en
coopération entre le Commissariat a I'Energie Atumi(CEA) et son homologue britannique
I’Atomic Energy Authority (AEA) sur un GV du RNR P Ces expériences ont consisté a
simuler des fuites, en injectant, dans le sodiunGif) certaines quantités d’Argon, dans des
conditions de pression et de débit variables. ltedbu'utilisation de I’Argon est de calibrer le
systéme de détection acoustique de fuite d’eau.injestions d’Argon ont été réalisées par
'AEA dans le GV du RNR PFR, a l'occasion de la di@ vie du réacteur, apres son arrét, en
juin 1994. L'objectif de cette approche est de c@ndser le bruit de la réaction sodium et
Argon en fonction de I'importance de la fuite. @etlaractérisation permettrait de définir un
outil de détection supplémentaire (a cb6té de ce@ja utilisé et basé sur la détection de
formation des bulles d’hydrogene) afin d’augmergefiabilité de détection et de réduire le

taux de fausses alarmes.

195



4.1.4.b. Analyse des données

Une premiere étape d’analyse fréquentielle etstitfie des données a été réalisée pour
déterminer les paramétres informatifs et discrimisanécessaires pour définir 'espace de
représentation. Puis, la méthode KPPVFD Semi-Sigfra été appliquée a partir des seules
données connues d’une classe de fonctionnementahpour détecter les nouvelles classes et
leurs évolutions. Chaque signal a une fréequencehdidtillonnage égale a 2048 Hz. La figure

4.29 présente un signal acoustique résultant domenmande d’injection d’Argon dans le GV.
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Figure 4.29. Signal acoustique utilisé composé ddean non injection et injection, avec sa

commande d’injection représentée pdr *

Nous avons étudié un nombre important de paramégesgporels, statistigues et
fréquentiels. Parmi ceux-ci, nous pouvons citervdleur RMS, le Kurtosis, le coefficient de
dissymétrie, le facteur créte, la valeur médiaes, doefficientsay du modéle dynamique
AutoRegressif (AR), etc. Ces paramétres ont étéuléd dans une fenétre glissante. La taille
de cette fenétre glissante a été calculée par afgsage. Cette taille devait étre relativement
faible pour contenir suffisamment de données samgeradrer un retard de détection
important. L'une des méthodes actuelles utilisée lsugénérateur de vapeur détecte
I'apparition d'un probleme en 6s. L'un de nos difgeétait donc de mettre moins de 6s pour
détecter l'apparition d'Argon dans le sodium. Laéfee que nous avons trouvée la plus
adaptée a cette application contient 8192 donriess @éplace avec un pas de 2048 données.
Ce pas de 2048 données correspond a un déplacefisndans le signal, ce qui permet
d'obtenir un retard de surveillance faible. L'@@tion de cette fenétre glissante permet donc

de suivre en ligne I'évolution du fonctionnement@\ sur un ensemble de données.

196



Au niveau des parametres temporels, nous avonsheheér estimer les coefficiends du
modéle autorégressif. Pour cela, il nous fallaiedéiner I'ordre maximap du modele. Nous
avons commenceé par chercher cet ordre pour une mies données statiques a l'aide du
critere d'information d'Akaike (AIC) (Akaike, 1974j de l'utilisation de la méthode ACP. Ce
critere nous a permis de fixer 'ordpedu modele réduit a 13. Il nous a ensuite été plessi
d’estimer ces 13 coefficients pour le modele. Cdpah notre objectif n’était pas d’estimer le
modele exact du systeme, nous avons donc choisolkefficients les plus informatifs parmi
les 13 estimés. Pour cela, la méthode ACP nousndrénque deux parametres du modele AR,
le coefficientas et le coefficientas permettaient d'obtenir une inertie de 94,3%. Gasxd
parametres du modele AR permettaient d'obtenirellerde classification la plus faible pour
les deux classes (injection et non injection). €eitreur de classification a été calculée en
utilisant différentes combinaisons de parametres &@s méthodes FPM supervisée et SVM.
Nous avons également sélectionné un autre pargnetrmyenne normalisée, qui permettait
d’améliorer le résultat de classification.

Comme le montre la figure 4.29, les modes de fonogment du systéme sont ameneés a
évoluer des lors que plusieurs fuites se succet@mcumulation des fuites mene alors a une
sévérité plus importante du probleme. L'utilisatdenla méthode KPPVFD Semi-Supervisée
doit permettre de suivre ces évolutions et de t@rger chacune des classes évoluées. De
plus, tres peu d'informations sont disponibles eomant ce systéeme et la méthode KPPVFD
Semi-Supervisée n'a besoin de connaitre que lewmations d'une classe pour étre

initialisée. En effet, les classes de défaut n¢ gas toutes connu@spriori.

4.1.4.c. Résultats de classification

La méthode KPPVFD Semi-Supervisée a utilisé commsemble d’apprentissage 53
points issus du fonctionnement norm@&h)(du GV. Puis, les formes d'un signal typique
(Figure 4.29) ont été classifiées. Les formes etssds correspondant au résultat de
classification attendu sont présentées sur ladiguB0. Le résultat de classification obtenu est

présenté sur la figure 4.31.
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Figure 4.30. Formes correspondants a chaque irgecét non injection du signal 4.29.
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Figure 4.31. Résultat de classification obtenu KBRPVFD Semi-Supervisée aprés

classification de toutes les formes du signal 4.29.

Lors de la classification des formes du signallaléigure 4.26, plusieurs évolutions de
classes ont eu lieu. Plusieurs classes ont étésetéles classes obtenues peuvent aider les

experts du systeme a caractériser les différentdemale fonctionnement du systeme.
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Certaines classes de transition, notamment &tret C, (Figure 4.31), ont été jugées non
représentatives aprés un certain temps ; elleslamt été supprimées automatiquement. Ces
classes ne font donc pas partie des classes quefient de classifier les formes des autres
signaux. Dans le cadre de cette application, lassels trouvées ont permis d’identifier le
mode non injection, différents niveaux d’injecti¢différents niveaux de fuite) et un mode
transitoire correspondant au retour au mode nagctimn suite a une injection. La classe
initiale C; a conservé ses caractéristiques et les classesuast correspondent a celles

estimées a l'aide de la commande d’injection (izblk.5).

Tableau 4.5. Correspondance des classes trouvéesl@w injections et les non injections
réalisées. Le retard de détection de I'évolutiorcdaque classe par la méthode KPPVFD

Semi-Supervisée est indiqué.

Classe Retard de détection de
Numéro d’injection ou de non injection correspondante I’évolution (en
trouvée nombre de fenétres)
Non injection C 0
1°"injection C, 1
Retour d’injection Cq4 2
2°"Cinjection Cs 1
3*™injection Cs-Cs 2
4°™injection C, 2

On peut voir dans le tableau 1 que la détectioliédelution de chaque classe s’est faite
avec un léger retard (maximum 2s). Il est inténeisda voir sur la figure 4.30 que chaque
injection est suivie de quelques points transigmai se rapprochent progressivement de la
classe de retour d'injection. On peut donc direuga’fois la classification des points réalisée
dans une classe d’injection, les points qui suidEvront étre classés dans la classe de retour

d’injection.

4.1.4.d. Définition d'un automate pour améliorelle taux de classification

Pour la classification des points contenus dasgzdmes transitoires de retour d'injection
(entre une injection et une non injection), noulini&sons un automate en complément de la
méthode KPPVFD Semi-Supervisée. L'’automate nousnig@iede suivre le cycle d’évolutions
et de commutations des modes de fonctionnemepieut étre mis a jour en fonction des
nouveaux modes de fonctionnement détectés. L'automidisé est présenté sur la figure
4.32.
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Figure 4.32. Automate utilisé avec KPPVFD Semi-8uipée pour le suivi des changements
de modes de fonctionnement. NI correspond & Newtioj, k correspond & la®™injection,

et RI correspond au retour d’injection.

L’automate défini modélise I'ordre des différemigssages que I'on peut avoir entre un
mode de fonctionnement normal (Non Injection) etmiode de fonctionnement défaillant
(Injection) au cours du fonctionnement du génératieuvapeur. Il modélise aussi les degrés
de défaillance que I'on peut avoir quand une fdifsrgon se présente dans le générateur de
vapeur du réacteur PFR. Il faut noter que I'orded’thtensité des injections suit I'évolution
de cet automate, c'est-a-dire que linjectlgrest plus importante que linjectidn, I3 est
supérieure &, etl, est supérieure a toutes les injections précédesiese fuite d’Argon se
produit dans I'enceinte du GV et que cette derngsteimportantelf), le systéme évolue du
mode de fonctionnement normallf vers le mode défectueuk), en passant d’abord par les
modes [y, I2, 13).

En tenant compte a la fois des résultats de €@lzason de KPPVFD Semi-Supervisée et
de l'automate précédemment défini (Figure 4.32isnmbtenons les résultats de classification
du tableau 4.6. A titre de comparaison, les résutta classification obtenus par les méthodes
incrémentales FPMI, SVMI et KPPVI sont égaleme@spntés dans le tableau 4.6.
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Tableau 4.6. Résultats de classification obtenuKRPVFD Semi-Supervisée (k=5 ; th1l=5;
NbMin=6 ; theysior=0,2 ; m=10 et B=20) en coordination avec un automate, par FPMI

(h=5), par SVMI (noyau Gaussien avec variance=10agtstante de régularisation=5) et par

KPPVI (k=5).
KPPVFD Semi-Supervisée FPMI SVMI  KPPRVI
. re _
Elfaiassientre a £ non 1,1 % 100% | 1009 100 %
injection et la £"®injection
elTgassit globale 3.2% 559% | 55,99 55,9 %

Seules quelques formes sont mal classées avec KPS@Fsuite au retard de détection
des évolutions des classes (tableau 4.5). Le addeltplus important est que la premiere
injection est parfaitement détectée. Les formeseati® injection sont bien classées a 98,9 %,
seul un retard de détection d’une forme a lieua&ipde ce résultat il est possible de détecter
le début d’un probleme sur le générateur de vapgearpeut voir également dans le tableau
4.6 que le reste des formes des injections ehdesnjections sont bien classées a 96,8 %, ce
qui permet d'utiliser cette méthode en ligne pausuivi des modes de fonctionnement du
GV.

4.2. Application de la méthode mixte proposée poun reconnaissance des
formes dynamiques

Dans cette partie, nous nous intéressons a laifitasion des formes dynamiques de la
coordination inter-segmentaire de la marche chezplgtients hémiparétiques. Pour cette
application, nous avons choisi d'utiliser une mdéhoombinant les informations structurelles
et statistiques issues des formes dynamiques. ka #é@ données utilisée est tout d’'abord
présentée puis la méthode mixte de reconnaissasctanes proposée dans le chapitre 3 est
appliguée sur cette base de données. Enfin, leftatssde classification sont présentés ainsi

que les conclusions tirées de cette démarche.

4.2.1. Caractérisation et interprétation de la coatination inter-segmentaire de

la marche des patients hémiparétiques

4.2.1.a. Présentation de I'application

La base de données utilisée concerne les patiémtgpharétiques de I'hdpital de Garches

(prés de Paris). Les patients hémiparétiques piesedes troubles de la marche résultants de
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|ésions dans leur systéme nerveux central (OIn@96)L Les membres du Laboratoire de
I’Analyse de la Marche de I'hdpital de Garchesisgiht L'Analyse Quantifiée de la Marche
(AQM) pour étudier la marche des hémiparétique®AQM clinique fournit des données
cinématiques, i.e. des mesures du mouvement, étidures, i.e. des mesures des forces, de
chaque articulation des membres inférieurs en 4ed#ons (3 spatiales + 1 temporelle).
L'analyse de ces données permet de quantifier etéterminer les causes principales des
troubles de la marche, et par consequent d'aidelifigien durant les soins thérapeutiques
(Olney, 1996). Cependant, l'interprétation desndes quantifiees issues de l'analyse de la
marche cliniqgue reste complexe et nécessite bepudeutemps. En effet, il est difficile
d'analyser les relations entre les nombreux parasée I'’AQM pour caractériser le patron
de la marche de sujets humains. C’est pourqudat®e de données utilisée est limitée aux
données de la Phase Relative Continue (CRP) deM'4@ est calculée pour chaque patient.
La CRP quantifie la coordination entre deux segmsé¢ctisse-jambe, jambe-pied) durant la
marche, en corrélant la position de l'angle desneeds et la vélocité de chaque segment
(Hamill, 1999) (Kelso, 1986). La mesure de la CRBspnte deux intéréts principaux : la
réduction de la quantité de données et la quaaltific de la coordination de la marche. La

section suivante présente la facon dont la baskeées clinique a été établie.

4.2.1.b. Etablissement de la base de donnéesidiire

La base de données clinique concerne la coordimatter-segmentaire (CRP) des patients
hémiparétiques durant leur marche. Ces donnéesétéracquises et calculées a I'hdpital de
Garches. Les CRP cuisse-jambe (CRE-jampe €t jambe-pied (CREBmbe-riey Ont été
mesurées pendant chaque phase de la marche ppatié6ts hémiparétiques n'ayant pas eu
de traitement thérapeutique ainsi que pour 27 ssg@hs et 14 patients hémiparétiques pré et
post traitement.

Lors de l'enregistrement, chaque sujet marchespimgs a la vitesse qu'il préfere. La
marche est analysée en utilisant un systeme deireage mouvement (Motion Analysis
Corporation, fréquence d'échantillonnage de 100 étz@leux capteurs de force (marque
AMTI, fréquence d'échantillonnage de 1000 Hz). 2&amneurs placés sur diverses parties
anatomiques ont permis d'obtenir des parametreogpaporels durant la marche. Ces
données de marqueurs ont été collectées et filtedesutilisant un filtre passe bas de
Butterworth d'ordre 4, avec une fréquence de caugaré Hz. Pour chaque sujet au moins 10

cycles de la marche ont été moyennés pour obthague CRP. Le cycle de la marche a été
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divisé en quatre phases :
» phase 1 : Double Appui Initial (DAI),
* phase 2 : Simple Appui (SA),
* phase 3 : Pré-Phase Oscillante (PPO),
e phase 4 : Phase Oscillante (PO).

Les angles de chaque segment (cuisse, jambeddtqut été calculés dans le plan sagittal
avec respect de l'axe horizontal. La vitesse airguka été obtenue a partir de la dérivée
premiére de la position de l'angle. Les positicasgle et les vitesses angulaires normalisées
ont ensuite été rééchantillonnées sur 10 % du dgla marche pour la premiére phase, 40 %
pour la deuxieme phase, 10 % pour la troisiemegbtd0 % pour la derniere phase (Figure
4.33).

Double appui initial Simple appui réPhase oscillante Oscillante

Figure 4.33. Les quatre phases du cycle de la heahmmaine.

L'utilisation de la vitesse angulaire et du déplaent angulaire permet d’obtenir I'angle
de phase de chaque segment a chaque instant du dsyda marche (Burgess-Limerick,
1993). Finalement, la CRP est définie comme |2difice entre les angles de phase de deux
segments a n'importe quel moment du cycle de lahmeat_'unité d’'une CRP est le dégré (°).
Une CRRyisse-;ampde 0° indique que les segments sont en phasel’{oas jambe raide sans
aucun mouvement du genou). A l'inverse, une &RR.jambdoOsitive indique que la cuisse
'mene’ la jambe.

Les données de chaque CRP ont été normaliséesnetofo des valeurs minimales et
maximales obtenues pour chaque patient. Cepenglaistjue le signe de la CRP représente
une information importante du déphasage entre degxnents durant la marche, il a été
conservé. Les données ont été normalisées engéel-1La figure 4.34 présente les GRR.-

Jambdd'UN sujet sain et d'un patient hémiparétique.
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Figure 4.34. CRRByisse-Jamb&'Un sujet sain (a) et d'un patient hémiparéti¢le

La figure 4.35 présente la deuxieme CRP (GRR rieh mesurée pour le méme sujet sain

et pour le méme patient hémiparétique que ceua figure 4.34.
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Figure 4.35. CRRmpe-pieqd'Un sujet sain (a) et d'un patient hémiparétigole

Les CRP présentées sur les figures 4.34 et 4.3%0nepas caractéristiques de tous les

patients puisque parmi les 66 patients hémiparésiqle la base de données, plusieurs
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souffrent de troubles de la marche différents. Raunserver les informations interprétables,
chaque CRP est utilisée séparément par le mulisifleur dans la prochaine section.

4.2.1.c. Approches existantes

Dans la littérature, plusieurs méthodes de recesnace des formes ont été utilisées pour
discriminer les données médicales. Dans (Bartor®719un réseau de neurones a
rétropropagation a quatre couches est utilisé pistinguer les patrons de marche en se
basant sur des données provenant de marqueurss aita hanche et au genou des patients.
Trois types différents de réseaux de neuronesofmtpagation standard, gradient conjugué,
rétropropagation avec régularisation bayésienna) également utilisés dans (Begg, 2006)
pour réaliser l'identification des patrons de maradn fonction de I'dge des sujets. La
méthode des Séparateurs a Vaste Marge (SVM) disteatidans (Lau, 2009) (Mao, 2008)
(Kamruzzaman, 2006) pour classifier différents tygde marche respectivement en fonction
de I'hémiparésie du pied, de la simulation d'unibeme de la marche ou de données
acquises sur la paralysie cérébrale des patieatss DXu, 2007), c’est I'analyse marginale de
Fisher qui est utilisée pour réaliser la classiiozade la marche humaine en se basant sur des
images de marches. Plusieurs autres techniquedadsification sont employées sur des
données de marche (240 séquences d'images de &ihpes qui marchent), en utilisant des
propriétés statistiques (extraction du contour lteegoe personne, etc.) (Rodda, 2001) (Wang,
2003a) ou par extraction de caractéristigues aVetalyse en Composante Principale a
Noyau (KPCA) (Wu, 2007).

Pour I'application médicale de la caractérisatienlalcoordination inter-segmentaire de la
marche des patients hémiparétiqgues, nous devonsirfales résultats interprétables aux
cliniciens. Il n'est donc pas possible d’utiliseneudes méthodes décrites ci-dessus. Ces
méthodes réalisent la classification des donnéedicalés, mais elles ne permettent pas
d’obtenir un résultat directement interprétablerdes cliniciens.

Pour étre capable de réaliser l'interprétatioraetlassification des formes dynamiques de
notre application médicale, nous proposons donctilider I'approche mixte de
reconnaissance des formes dynamiques développékapitre 3. Cette approche consiste a
utiliser les caractéristiques structurelles etistigies issues des données de la marche
clinique pour discriminer les patrons de coordmratde la marche des sujets sains et des

patients hémiparétiques. Cette discrimination pérmede caractériser les patients afin
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d’identifier les parties les plus caractéristiqdesla coordination inter-segmentaire lors de la
marche. Puis I'approche proposée est appliquéeaiigudsévolution de la coordination de la

marche des patients hémiparétiques ayant suivaiterent thérapeutique.

4.2.1.d. Résultats de classification

Nous allons commencer par présenter la phase rdetéasation des sujets sains et des
patients hémiparétiques ainsi que la phase deiftdatiosn. Pour cela, le multi-classifieur
mixte proposé utilise les informations liées atlacture et aux propriétés statistiques issues
des CRP de chaque patient. Chaque CRP est analyséé&tails dans chacune de ces quatre
phases. En effet, l'interprétabilité des résuligtgant se faire par rapport aux 4 phases de la
marche, il était important de conserver cette dgusition.

Résultats du classifieur structurel :

La méthode structurelle de classification utilise nombre de primitives défini pour
chaque phase du cycle de la marche. Ce nombrxésrf fonction de la longueur de chaque
phase. Le nombre de primitives maximtimaxdéfini pour les phases 1 et 3 de chaque CRP
est de trois, tandis que les phases 2 et 4 peaveitjusqu'a cing primitives compte tenu de
la structure des formes dans ces phases et dihgureur qui est plus importante. Ce nombre
Nmax a été défini par expérimentation. C'est ensuitgilitation de la méthode de
segmentation qui nous permet de déterminer le neraptimal de primitives a utiliser pour
chaque phase. Le nombre de primitives retenu dst gai permet de représenter chaque
phase avec une signature unique pour I'ensemblesudiess sains, tout en utilisant un
maximum de primitives pour chaque phase. Pour egipdication nous avions pour objectif
d’obtenir une signature unique de classe afin devpio caractériser 'ensemble des sujets
faisant partie de la méme classe. Si aucun nondbrichitives ne permet de caractériser la
coordination inter-segmentaire de la marche degssgpins dans une phase, alors la phase est
considérée comme non discriminante et elle n‘esuplsée. Les primitives utilisées sont au
nombre de trois (Tableau 4.7). Elles sont Hwddre puisque les données ne sont pas bruitées
et qu'il ne fallait pas une précision importanten af'obtenir un résultat de classification
interprétable. Les primitived et C correspondent respectivement & un épisode croissan
décroissant. Elles permettent de distinguer le segme jambe qui meéne de plus en plus un
autre segment, i.e. le mouvement est accentuéribdtige B montre que I'angle de CRP
entre deux segments de jambe reste le méme audwiesnps. Cela signifie qu’il n’y a pas

de mouvement entre les deux segments de jambe. t€denu de linterprétation qu'il est
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possible de faire concernant la coordination dadache d'un patient, il n'était pas nécessaire

d'utiliser d'autres types de primitives.

Tableau 4.7. Les trois primitives sélectionnées.

Episode / > \

Primitive A B C

Dans le cadre de l'application clinique, deux @asseulement nous intéressent, celle de la
coordination inter-segmentaire de la marche destsugains et celle des patients
hémiparétiques. Ainsi, il nous faut caractérisetlésse des sujets sains avec un maximum de
précision pour réussir a discriminer les patien&niparétiques. Nous avons choisi de
caractériser la classe des sujets sains puisqeentdes sujets dont le comportement reste le
plus similaire entre eux. L'utilisation des param®tet primitives obtenus pour la méthode
structurelle a permis d'obtenir une unique sigmafwour les sujets sains (Tableau 4.8) et
plusieurs signatures pour les patients hémipamgiqGe résultat est normal puisque chaque
patient présente des troubles de la marche dit®dmceux des autres patients. Le nombre de
primitives utilisées pour chaque phase est :

» 1 primitive pour la phase de simple appui, poupié&phase oscillante et pour la
phase oscillante de la CRRse-jambe

* 1 primitive pour la phase de simple appui de la GRR.pied

e 2 primitives pour la pré-phase oscillante et pe@uptase oscillante de la CRRbe-
Pied

La premiere phase de chaque CRP a été considérame non représentative de la
coordination inter-segmentaire de la marche degsgains puisqu'elle ne permettait pas de les
discriminer. Une fois la signature obtenue pourcanades deux segments de jambe, nous
avons regroupé les deux signatures obtenues. Baableau 4.8, on peut voir que plusieurs
primitives identiqgues se succedent (exemple: A WA ® C). Cela signifie que plusieurs
épisodes successifs ont la méme tendance. On rteppsufusionner (ou regrouper) ces
primitives en une seule, sinon on perd la précigioa nous a fourni la signature. En effet, les
signatures obtenues pour chaque patient contiedesriirimitives qui sont propres aux phases
du cycle de la marche. Par exemple, on peut awaix gignatures A A C et A C C qui
regroupées seront identiqgues (A C) alors que ngroopées elles montrent que les patients

n'ont pas la méme signature et donc que leur priestne sont pas les mémes par rapport a
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chaque phase du cycle de la marche. On peut di@li@ppeler que le principe des méthodes
structurelles de classification est de tenir conglotéype des primitives mais également de leur

ordre. La place de chaque primitive est donc augstale que la primitive elle-méme.

Tableau 4.8. Signature caractéristique obtenue mhague CRP des sujets sains et

présentation de la signature globale obtenue.

Signature de la CRRisse-Jambe AAC

Signature de la CRRBmnbe-pied ACCCA

Signature globale de chaque sujet sain AACACCCA

La segmentation des deux CRP d'un sujet sain éseéptée sur la figure 4.35 en utilisant la

méthode structurelle. La signature correspondahtaune de ses CRP est présentée.

— . Segmentation réalisée — :Segmentation réalisée

— CR PCuisse—.]am

‘ . ‘ cycle de la marche - ‘ ‘ . cycle de la marche
10 20 30 40 50 60 70 80 90 100 0 10 20 30 40 50 60 70 80 90 100

- A A C - A c C A
Figure 4.36. Exemple de segmentation et de sigeatbtenue pour chaque CRP d'un sujet

sain. La premiere phase de chague segmentationpassetenue dans I'établissement de la

signature de chaque suijet.

La signature globale obtenue pour chaque patienhgt de caractériser sa coordination
inter-segmentaire pour I'ensemble des segmenis jdenbe. L'utilisation d'une séquence de 8
primitives permet de caractériser la signature glinique de I'ensemble des sujets sains. A
l'inverse, il n'y a pas de signature unique permnétte caractériser les patients hémiparétiques

puisqu'ils ont des degrés de troubles de la mayehleurs sont propres.

En utilisant la regle de classification de la noél structurelle, les patients sont classifiés
en fonction de la similarité établie entre leumsityire globale et celle caractérisant les sujets
sains. Chaque primitive;, i=1...8, composant la signature d'un patient est codepa la
primitive p; lui correspondant chez les sujets sains. L'orée mimitives est ainsi conservé.
Nous avons considéré les primitiv&s B et C utilisées comme complétement différentes, i.e.
elles n'ont aucune similarité entre elles. Aingsdju'une primitive ne correspond pas a celle
d'un sujet sain, cela montre une différence impoetale la coordination inter-segmentaire de
la marche du patient. La mesure de similarité t&finl'équation (3.1) est alors utilisée pour

classifier chaque patient. Afin d'obtenir un résiutte classification structurelle le plus fiable
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possible, nous avons considéré que seuls les fsat@rc une similarité égale a 1 envers la
classe des sujets sains sont classés dans cste.cla

90,3 % des patients sont bien classifiés en aitiseulement la méthode structurelle. Ce
pourcentage de classification s'explique par le dae certains patients hémiparétiques ont
des CRP avec une tendance globalement similairella des sujets sains. Ces patients

présentent des troubles de la marche moins imgertan

Résultats du classifieur statistique :

Pour l'application clinique sur les CRP de patidmémiparétiques, plus de 20 parametres
statistiques ont été calculés : la moyenne d'aoddit le nombre de pics, le moment ou
I'amplitude est minimale, la longueur d'un épisddeyaleur du Kurtosis, la valeur RMS, le
temps de croissance d'un épisode, etc. Ces paemrattitistiques ont été calculés sur des
fenétres temporelles provenant des épisodes troqpseta méthode de segmentation. Il est
important de préciser que les parameétres stategtjqyui ont été calculés sur chaque épisode
d'une forme, apportaient chacun une informatiorermtétable de la coordination de la
marche. Il pouvait s'agir d'un déphasage, d'un merélevé de tremblements, etc. Seulement,
tous ces parameétres ne permettaient pas de diserines classes. Pour sélectionner les
parametres les plus informatifs, le critére disanent de Fisher (Fisher, 1936) a été calculé
par rapport aux parametres de chaque phase. @eecadlcule le pourcentage d'informations
donné a chaque parametre dans la discriminatiomcldsses. Les parametres sélectionnés ont
permis d'établir 'espace de représentation deélhade et ainsi de représenter chaque forme

dynamique par un seul point.

C'est la valeur moyenne d'amplitude entre chaqule de points de rupture, i.e. pour
chaque épisode, qui est le parametre le plus dis@nt de chaque épisode. L'espace de
représentation est donc composé de 8 parametriéstigtees, correspondant a la valeur
moyenne d'amplitude des 8 épisodes trouvés paethaade de segmentation. Chaque patient

est alors représenté par un point dans cet especdd sa classification.

Nous avons choisi d'utiliser la méthode K-PluscRes Voisins (KPPV). Cette méthode est
simple et efficace. Parmi les inconvénients de éhmde on peut citer la difficulté que I'on
peut avoir a définir son parametkeou le fait que KPPV devient inefficace si la wille
I'ensemble des données devient trop importanteei@izmt dans le cadre de notre application
médicale, le faible nombre de formes et de dimerssite I'espace de représentation rend cette

méthode parfaitement adaptée. De nombreux articééent la méthode KPPV, toutefois
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nous l'expliguons rapidement dans les lignes quvesti pour permettre au lecteur de
comprendre la globalité de I'approche mixte propaséutilisant cette méthode statistique.

KPPV estime la densité de probabilité conditiolnele chaque forme par rapport a ses
voisins de la méme classe. La méthode est superviske nécessite un ensemble
d'apprentissage de données connues, répartieslasses. Pour classifier une forme&KPPV
estime la densité de probabilité conditionnelige cette forme par rapport a chaque cl&se
i=1, ...,cC

L3

p(x|C;) = N (4.4)

ou N; est le nombre de formes comprises dans la clgsstk représente le nombre de plus
proches voisins de qui appartiennent a cette clasielLesk plus proches voisins de la forme
x font partie d'un volumé/(x) centré surx. Ces voisins sont ceux qui ont la plus petite
distance par rapport @ Selon la mesure de distance choisie, la formeaume V(X) est
modifiée. Avec la distance Euclidienne, le voluns¢ @ne hypersphére, avec la distance de
Manhattan le volum&(x) est un hypercube et avec la distance de Mahalkaigk) est une
hyper-ellipse. La forma est affectée a la classe la plus représentée gaskvoisins. Dans
cette version de KPPV, la valeur d'appartenanagedorme a une classe est égale a 1 ou a 0,
mais plusieurs autres versions des KPPV existepemhettent de calculer difféeremment la
valeur d'appartenance d'une forme par rapport guehalasse. La méthode KPPV Floue
(KPPVF) est une version trés populaire de KPPV p#&ant d'obtenir une valeur
d'appartenance floue.

Les performances des méthodes KPPV dépendent dlormarameétrek. Son choix est

déterminé par expérimentation, mais il reste uupatre difficile a fixer. Un critére souvent

utilisé pour sa définition edt = VN défini par Dubuisson (Dubuisson, 1990).

En utilisant la méthode de validation croisée seaOne Out" sur chacune formes
obtenues pour la base de données des CRP, leatédeltclassification de la méthode
statistique est de 98,9 %. En plus de validerédssitats de classification, la méthode "Leave
One Out" permet de profiter pleinement de chacures dormes de I'ensemble
d’apprentissage. En effet durant la phase de Glzdson d’'une forme, c’est I'ensemble des
autres formes connues qui sont utilisées. L'utiisade I'ensemble des données connues
pour la classification de chaque forme permet aliwitenir un résultat de classification plus

fiable.
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Résultats de classification obtenus par le mublisslfieur :

En se basant sur les résultats obtenus par l&faas structurel et le classifieur statistique,
la regle de décision globale est appliquée. Noumsixé le méme poids de fiabilité aux
deux classifieurs utilisés par le multi-classifietiest-a-dire que nous faisons autant confiance
au classifieur structurel qu'au classifieur stajise. Ainsi, par rapport a la regle de décision
définie a I'équation 3.2, il nous fallait définiudaire définir la décision a prendre pour les cas
litigieux. Les sujets sains ont des caractérissgsienilaires entre eux. S'il y a un doute au
niveau de la classification d'un patient cela gigrdonc qu’il ne fait pas pleinement partie de
la classe des sujets sains. Par exemple, un pagemtavoir des caractéristiques statistiques
proches de celles d’'un sujet sain mais avoir deactéristiques structurelles différentes de
celles d'un sujet sain. Cette différence peut ptus faible pour certains patients que pour
d’autres, mais nous avons considéré qu’en cas deedan patient fait vraisemblablement
partie de la classe de coordination inter-segmentis la marche des patients hémiparétiques.

En utilisant cette régle, 100 % des patients stons dien classifiés. La classification de
chaque forme de la base de données clinique estrdlalisée en environ 18. Les résultats

de classification des CRP sont regroupés danleaa 4.9.

Tableau 4.9. Résultats de classification obtenudepaulti-classifieur mixte.

Résultats de classification
Classifieur structure 90,3 %
CIagsnﬁeur 98.9 %
statistique
Multl-classmeur 100 %
mixte

L'utilisation conjointe des informations structilzeet statistique obtenues sur les CRP

permet de discriminer I'ensemble des patients rendéilgues des sujets sains.

4.2.1.e. Interprétation des résultats

L'interprétation des résultats est nécessairediniciens. Elle permet de caractériser les
patients et leurs maladies tout en permettant tbetggnner le traitement le plus adapté au
trouble identifie. En plus des résultats de clasaifon obtenus, il est nécessaire d'obtenir
d'autres informations pour pouvoir correctemengrimtéter une signature. Dans le cadre de
I'application cliniqgue de cette thése, on ne peg gimplement se baser sur les primitives

définies pour désigner la coordination d'un patiemie primitive seule indique pour une CRP
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une progression ou une régression, d'un segmejanu®e par rapport a l'autre, mais on ne
peut pas savoir quel est le segment qui méene, grduetest une information trés importante.
Les primitives de la signature d'une CRP permetlentaractériser la forme dynamique de la
CRP, mais l'utilisation conjointe de parametresidtques permet de rendre complétement
interprétable une signature.

Comme nous avons pu caractériser les sujets agats une signature structurelle, nous
avons cherché a caractériser ces mémes sujetgate statistique pour obtenir une signature
mixte pour chaque patient. Cette signature mixiegkymettre une interprétation compléete et
simple de chaque patient. La signature mixte dejudgatient est établie simplement par
rapport a chaque épisode, a l'aide de sa primétiviee sa valeur d'amplitude moyenne. Cette

signature mixte est représentée pour un sujetdsaia le tableau 4.10.

Tableau 4.10. Signature mixte d'un sujet sain, @& sa signature structurelle et sur la

valeur statistique de chacun de ses épisodes datsig.

Signature mixte
caractéristique des| 0,6 A | 06 A| 0,7C| 05A 06C 03C -0,6/C -0,6A
sujets sains

La signature globale obtenue pour chaque patianttgders étre complétée en utilisant les
valeurs statistiques obtenues pour chacun de Ipisode. Nous avons considéré que la
signature mixte représentative de la classe dedssspins est composée de leur signature
structurelle unique et de la valeur statistique emme de chacun des épisodes obtenus pour
tous les sujets sains de I'ensemble d'apprentissage

Le signe obtenu pour la valeur statistique de cbaapisode amene une information trés
importante. En fonction du signe et de la primitdes chaque épisode de la signature mixte
d'un patient, on peut déduire une interprétatiosal€RP. Il est d'ailleurs trés important de
signaler que I'ensemble des sujets sains ont leens@gne pour chaque épisode. On peut donc
dire qu'une signature unique mixte permet de cargetr I'ensemble des sujets sains (Tableau
4.11).

Tableau 4.11. Signature mixte de la classe dessssgens, basée sur la primitive et le signe
de chaque épisode.

Signature mixte
caractéristique des| +A +A +C +A +C +C -C -A
sujets sains
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En se basant sur cette signature mixte du tablddy dhaque épisode auquel un sujet sain

correspond peut alors étre interprété dans I'andineant par :

e +A:la Zémephase de la CRRsse-Jamb@ UNe augmentation globale de sa tendance qui est
supérieure & zéro. Cela signifie que dans"td ghase de la CRBsse-jambe l@ cuisse
mene de plus en plus la jambe,

e +A:dansla ?“ephase de la CRRsse-Jambel@ cuisse mene de plus en plus la jambe,

e +C:dansla¥d™ phase de la CRRsse-sambel@ Ccuisse méne progressivement moins la
jambe,

« +A:dans la ®®phase de la CRRube.ricdla jambe méne progressivement plus le pied,

« +C : dans la premiére partie de I§"3phase de la CRRe-ried la jambe meéne
progressivement moins le pied,

« +C : dans la seconde partie de [E*3phase de la CRBuweries la jambe méne
progressivement moins le pied,

¢ -C : dans la premiére partie de 1&"%phase de la CRBue-ried € pied méne
progressivement moins la jambe,

« -A : dans la seconde partie de I8"4phase de la CRRuericd l© pied méne

progressivement plus la jambe.

100 % des sujets sains et des patients hémipaestiont été bien classifiés. Leurs phases
caractéristiques sont analysées et leur interpvatpeut étre réalisée a l'aide de leur signature
mixte. Nous pouvons alors nous intéresser a la raedes valeurs d'appartenance de chaque
patient a la classe des sujets sains, ainsi qgadatification de I'évolution de la coordination
des patients hémiparétiques avant et aprés uertreitt thérapeutique, a l'aide de la mesure

de similarité mixte proposée.

4.2.1.f. Utilisation de la mesure de similarité immte

Dans la base de données que nous utilisons, e patients ont passé une analyse de la
marche pré et post traitement a la toxine botulifte suivi de la marche des patients est
intéressant pour quantifier leur évolution et digtier les traitements faisant le plus effet sur
leur hémiparésie. Ainsi, les cliniciens pourronlider un traitement pour certains patients ou
le changer pour d'autres si cela s'avere nécessaire

Une mesure de similarité mixte (3.4) est utilip@air quantifier I'évolution des patients

post traitement. La mesure de la similarité mixsé réalisée entre la signature mixte de
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chaque patient et celle de la classe des sujets. $amn effet, on considére qu'un patient a une
évolution positive de sa coordination s'il se ragpe de la classe des sujets sains. Cette
mesure utilise la mesure de similarité structuréBe2) qui est basée sur le nombre de
primitives communes entre signatures. Effectivempuisque toutes les primitives utilisées
(A, B et C) sont complétement différentes entre elles etlguengueur de chaque signature
obtenue est identique aux autres signatures, lamne® similarité est réalisée sur le nombre
de primitives qui sont communes a celles des sg@ts en prenant en compte leur ordre,
c'est-a-dire leur position dans une signature. kaure de similarité mixte repose aussi sur la
mesure de similarité statistique (3.3) qui est bamé la valeur d'amplitude moyenne de la
CRP par rapport a chaque épisode. Chaque valesimdarité floue peut aller de 0 & 1. Une
valeur de similarité de 1 signifie que le patiemxactement toutes les caractéristiques mixtes
d'un sujet sain. Un patient avec une similaritéOge ressemble peu aux sujets sains; il
appartient peu a la classe des sujets sains.

Un exemple de mesure de similarité mixte calcgéer un sujet sain, pour un patient

hémiparétique et pour un patient pré et post traétd est donné dans le tableau 4.12.

Tableau 4.12. Signatures mixtes et mesures deasit@itle plusieurs patients.

Mesure de
similarité
Signature mixte par
rapport
aux sujets
sains
Sujet sain 0,4A 0,7A 0,8C 0,6A 0,7C 0,4C -0,5C -0,6A 08
(+tA+A +C +A +C +C —C —-A) '
Patient hémiparétique 0,7A 0,7C 0,4C 0,2A 0,9A 0,8C -0,5C -0,8A 04
(+tA+C +C +tA +A +C —C —-A) '
Patient hémiparétique prée 0,7A 0,4C 0C 0,3A 0,9A 0,6C -0,3C -0,9A 04
traitement (+A +C +C +A +C +C —C -A) '
Patient hémiparétique post 0,7A 0,6A 0,3C 0,4A 0,9A 0,8C -0,2C -0,7A 05
traitement (+A +A +C +A +A +C —C —-A) '

Les résultats de classification obtenus par leirslassifieur pour les sujets sains montrent
gu'ils ont une valeur moyenne de similarité mixgalé a 0,7. Pour les patients hémiparétiques
cette valeur décroit en moyenne jusque 0,4. Leiergathémiparétiques appartiennent donc
beaucoup moins que les sujets sains a la classsufis sains d'apres cette mesure. Pour les
patients hémiparétiques preé et post traitemerte cetsure moyenne de similarité mixte passe
de 0,4 a 0,5. Il y a donc eu amélioration globate la coordination des patients post

traitement.
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4.3. Conclusion

L'ensemble des méthodes développées dans ledrebapiet 3 de ce manuscrit ont été
appliguées sur divers exemples de simulationsett.rees méthodes Fuzzy Pattern Matching
Dynamique (FPMD), K-Plus Proches Voisins Flous Dyitpes Supervisée (KPPVFD-S) et
Semi-Supervisée (KPPVFD-SS), proposées et détitlaas le chapitre 2, ont été comparées
a des méthodes d'apprentissage incrémental (FPXMI,SKPPVI) afin de montrer I'apport
des méthodes de classification dynamique pournygmmes évolutifs.

Les méthodes supervisées de classification dynamigoposées (FPMD et KPPVFD-S)
sont adaptées aux systemes dont tous les modesciohnement sont connaspriori. A
l'inverse, l'utilisation de la méthode semi-supsdei (KPPVFD-SS) est plus adaptée aux cas
des systemes dont les modes de fonctionnement aogrme peuvent pas étre connus a
l'avance. Ces trois méthodes permettent de ti&terlution progressive de chaque classe et

I'oubli des classes non représentatives du fonotiorent d’'un systeme.

Le multi-classifieur mixte proposé au chapitres? adapté a la classification de formes
dynamiques. Il a permis de classifier des formesadyques en tenant compte a la fois de
leurs propriétés statistiques et structurellesteCebmbinaison de propriétés statistiques et
structurelles a permis d'établir une signature eniterprétable par les cliniciens pour chaque
patient. De plus, une mesure de similarité mixtgppsée permet de quantifier I'évolution que

peut réaliser un patient avec un traitement.

Toutefois, ces méthodes nécessitent le réglagadudéeurs paramétres comme les seuils
thl etth2 pour la méthode FPMD #irysion, NOMin, n; etn, pour les méthodes KPPVFD-S et
KPPVFD-SS. C’est pourquoi, le développement d’'urtanéme permettant la détermination
dynamique et adaptative de ces parametres, enidorie I'application et de I'évolution de

son environnement, constitue une des perspectesestte théese.

En ce qui concerne les deux applications majedeese chapitre, le suivi de qualité des
soudures et la caractérisation de la coordinativerisegmentaire de la marche des patients
hémiparétiques, certaines conclusions peuventtéées. Pour le systeme de soudure, la
classification de la qualité (bonne/mauvaise) dagale soudure a bien été réalisée. Le retard
de détection des probléemes de qualité est minirfeedettection et le suivi des classes peuvent
étre réalisés efficacement en ligne. De plus, tierdede détection est compensé par le fait de
ne pas avoir de fausses alarmes tout en ayaninsentiaine faible marge d'écart de qualité
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dans les soudures considérées comme bonnes. Bpplichtion clinique concernant les
patients hémiparétiques, le multi-classifieur mixpeoposé a permis de classifier et
d'interpréter les formes de coordination inter-segia@ire de la marche des patients. Cette
méthode n'est pas utilisable en ligne. Toutefoisla cn'était pas nécessaire puisque
I'enregistrement des informations n'est pas réaliséontinu et la méthode ne met que peu de
temps pour réaliser la classification des PhasdatiRes Continues (CRP) des patients.
L'utilisation d'une méthode de reconnaissance aeses dynamiques pour cette application a
permis une classification automatique des sujetg Banalyse quantifiée de la marche est
réalisée et peut aider les cliniciens dans l'aealles leur coordination. La combinaison des
informations structurelle et statistique a améliae résultats de classification et a permis
d'obtenir des résultats interprétables par lescedins. De plus, deux phases du cycle de la
marche ont montrées qu'elles n'étaient pas distatiwes de la coordination inter-
segmentaire de la marche des sujets sains et destpahémiparétiques. La difficulté de
caractériser les patients hémiparétiques a I'asdéagdproche proposée s'explique par le fait
que I'hémiparésie est difféerente chez chaque pafl@utefois, dans I'avenir il pourrait étre
intéressant de trouver des sous-classes de cobodipeaur regrouper les hémiparétiques dont

les pathologies sont les plus proches.
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Conclusion générale et Perspectives

Dans ce manuscrit, nous nous sommes intéressdmguostic et au suivi des systemes
évolutifs a l'aide des méthodes de reconnaissayrtamique des formes et des méthodes de
reconnaissance des formes dynamiques. En effe¢ swik changements temporels qui
surviennent lors de l'utilisation des systéemesudifs| les formes et les classes évoluent. Dans
ce cas, pour pouvoir correctement estimer les matkesfonctionnement normaux ou
défaillants d'un systeme, il est nécessaire d'addps classes en utilisant les données
représentatives des caractéristiques actuelleystarse. Afin de montrer cette nécessité de
classification dynamique, plusieurs méthodes dagmsage incrémental ont été utilisées sur
des applications dynamiques réelles présentéesldarmpitre 4. Ces méthodes permettent
d’intégrer en ligne l'information apportée par umeuvelle forme pour améliorer I'estimation
des modeles de classes. Cependant, il a été d@émguitlles ne permettent pas de tenir
compte de la représentativité des nouvelles formesours du temps et par conséquent
gu'elles n’adaptent pas correctement les classeaéns. Sans réaliser ce suivi progressif et
en ligne des classes dynamiques, les méthodesrniantéles ne détectent pas les évolutions
des modes de fonctionnement, ce qui peut menereadégradation croissante de leurs
performances.

C’est pourquoi dans ce manuscrit nous avons coroénpar présenter dans le chapitre 1,
les différentes méthodes de reconnaissance dynandigs formes et de reconnaissance des
formes dynamiques qui constituent une solution grobleme. Elles permettent de suivre
I’évolution des classes au cours du temps, etmie tcempte de I'historique et de la structure
des formes.

Dans le chapitre 2, nous avons montré les limites dnéthodes d'apprentissage
incrémental puis nous avons présenté trois méthddedassification dynamique que nous
avons proposées. Ces méthodes permettent de pesndanpte les évolutions des classes en
considérant les formes les plus représentativefodctionnement d’'un systeme. Plusieurs
exemples illustratifs ont été présentés.

Le chapitre 3 concernait les méthodes de clasditades formes dynamiques. Le
principe de plusieurs de ces méthodes a été detdilhe approche structurelle de
classification des formes dynamiques a été propesgen fonctionnement a été illustré. Puis,

un multi-classifieur mixte reposant sur les canastiques statistiques et structurelles des
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formes a été proposé. A partir des méthodes pésserdt proposées, il a été vu que les

objectifs de ces méthodes sont souvent propres application.

Dans le chapitre 4, les méthodes de reconnaissiymeenique des formes et les méthodes

de reconnaissance des formes dynamiques proposeétappliquées a plusieurs systemes

simulés et réels. Ces méthodes ont vu leurs famotiments détaillés et leurs résultats

présentés. Les résultats de classification obtemustrent que les approches proposées ont

réalisé efficacement le suivi et le diagnostic sietemes étudiés.

La contribution de ce manuscrit au niveau des nithale reconnaissance des formes

dans un environnement dynamique a été réalisée par

la méthode Fuzzy Pattern Matching Dynamique (FPMAPIMD permet de suivre les
évolutions d'un systéme en adaptant les caradgiest d'une classe. Cette méthode
basée sur la méthode Fuzzy Pattern Matching Incriiee (FPMI) est supervisée.
Elle comble les lacunes de FPMI concernant lessekaslynamiques. Pour ce faire,
FPMD utilise une mesure d'utilité des formes etré@sidu pour détecter, suivre et
confirmer les évolutions du systeme. Un mécanisraesdppression des classes
devenues obsolétes fait partie de la méthode touhe deux mécanismes de scission
et de fusion afin d'adapter au mieux chaque clas$évolution lui correspondant
(déplacement, fusion, scission, rotation, etc.s taractéristiques du classifieur sont
alors mises a jour et la classification des noegeformes peut se faire en ligne.
Toutefois, le fonctionnement de FPMD repose susiplus parametres comme les
deux seuilghl etth2 dont le choix des valeurs a une influence supé&formances de
la méthode FPMD,

deux méthodes basées sur les K-Plus Proches Vddms (KPPVF): KPPVF
Dynamique Supervisée (KPPVFD-S) et KPPVF DynamigBemi-Supervisée
(KPPVFD-SS). Ces méthodes integrent des mécanisdeesdétection et de
confirmation des évolutions des classes baséedesx mesures de variation d'écart
type et de variation de la position du centre devite d'une classe. Les deux mesures
définies tiennent compte du bruit des données analidation d'une évolution. Une
sélection des formes les plus représentatives mictitmnement actuel d'un systeme a
alors lieu et la ou les classes sont adaptéegea. [lUn mécanisme de suppression des
classes devenues obsoletes est utilisé de facamwenDes mécanismes permettant

de gérer les cas de scission et de fusion deseslasd également été intégrés a ces
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méthodes. La version semi-supervisée a été propisséele cadre des systemes pour
lesquels I'ensemble des modes de fonctionnemepéutepas étre connu initialement.
Cette méthode conserve lI'ensemble des classeseehuntegre un mécanisme |ui
permettant de détecter I'apparition de nouvellexsss®#s lorsque des évolutions de
systeme ont lieu. Ainsi ces deux méthodes n'ontqtatement la méme vocation. La
méthode supervisée met complétement a jour le ifilass en oubliant les
informations obsolétes apres adaptation d’'une eldss méthode semi-supervisée met
a jour les classes apres adaptation, et elle @éteqiparition de nouvelles classes
guand il y a évolution. Par contre lors d’'une adaph de classe, KPPVFD-SS ne
supprime pas les anciennes formes de la clasgeleSliconserve et ne les supprimera
gu’apres validation de la non représentativitéadeldsse. Ainsi KPPVFD-SS conserve
certaines données qui peuvent étre importantdss tglie celles concernant les modes
de fonctionnement transitoire d’'un systeme. Lesup@tres de ces méthodes doivent
étre définis de fagon propre a chaque systeme, larde d'un expert lorsque cela est
possible. Cependant, il est possible d'utilisetial@ment les valeurs par défaut
proposées pour chaque méthode. Parmi les parandeimeses valeurs influent sur les
résultats de classification et de suivi des évohgides classes, on peut citet,
NbMin, n; etn, pour les méthodes KPPVFD-S et KPPVFD-SS.

deux méthodes de classification des formes dynasigua premiere méthode est
basée sur les caractéristiques structurelles, leé®. primitives, qui représentent
I'évolution d’une forme dynamique au cours du tempa méthode est composée
d'une technique de segmentation ne nécessitarmt'grasur d'approximation, reposant
sur la définition d'une signature de taille fixeupachaque forme dynamique. En
complément, une méthode d'adaptation du nombrerid@tipes est proposée afin
d'obtenir une signature caractéristique. Une fassignature de chaque forme
dynamique obtenue, sa classification est réalisE@d® d'une mesure de similarité.
Cette méthode se veut adaptée aux systemes dodbheges dynamiques peuvent
avoir une structure propre a un ou plusieurs matkegonctionnement. Toutefois,
I'approche proposée fonctionne hors ligne et do& &daptée a chaque systéme. La
deuxieme méthode proposée pour les formes dynamigtilese les caractéristiques
structurelles (primitives, signatures, etc.) deqeleaforme ainsi que les paramétres
statistiqgues calculés dans des fenétres de domeeebaque forme dynamique. Ces
fenétres de données correspondent aux épisodesésropar la méthode de
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classification structurelle. La complémentaritécgs informations permet en général
d'augmenter le taux de classification. De plusn&thode proposée permet d'obtenir
une signature aux caracteéristiques mixtes paréceinent représentative d'une classe.
Cette signature a pour but d'étre facilement imétgle en tenant compte de la liaison
entre les données et de leurs caractéristiquesmdsere de similarité mixte, basée a
la fois sur la similarité entre caractéristiquasicurelles et statistiques, a également
été calculée. Elle peut étre utilisée pour meslappartenance d'une forme a une
classe et pour quantifier I'évolution que peutiséalune forme suite a un changement
de caractéristiques d'un systéme. La limite deneé&thodes vient de la dépendance du
choix de leurs parametres (types de primitilgsy etc.) a I'application utilisée.

Chacune des méthodes développées a montré segemparavailler avec différents types
d'applications simulées et réelles. Le suivi deoliétion d'un défaut a été réalisé sur un
benchmark de deux réservoirs. Le changement de mh@denctionnement a été détecté sur
un systeme de commutation dont les modes de faomeioent étaient particulierement
proches. Une étude complete (acquisition, anabtassification) a été réalisée sur un systeme
industriel de soudures métalliques. Cette étudesranig la caractérisation des classes de
fonctionnement normal et défaillant ainsi que lsuivi au cours du temps. Ainsi, suite a
l'usure des outils de la machine de soudure ow suit'autres problemes temporels, il est
possible de détecter la qualité de soudure d'ueeepmétallique. Une autre application
concerne la détection de fuites sur un génératewageur. La méthode utilisée a permis de
caractériser les évolutions possibles sur ce systnde réaliser une classification pertinente
des données. Enfin, les méthodes de reconnaissdeseformes dynamiques ont été
appliguées a la caractérisation de la coordinatiter-segmentaire de la marche des patients
hémiparétiques. Des résultats interprétables antobtenus afin d'aider les cliniciens dans
leurs démarches de diagnostic et une mesure pamhate quantifier l'efficacité d'un
traitement a été proposée.

L'ensemble des méthodes proposées ont pour lderdias experts humains dans la phase
de classification des données. Outre le fait qselpermettent de suivre les modes de
fonctionnement d'un systeme, elles se veulent commgahtaires a ce qu'apporte un expert
humain. Elles utilisent chacune des parameétregréifits et ont des contraintes d'utilisation

différentes (méthode supervisée, semi-supervisédjgae, hors ligne, etc.). Ainsi, il est
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important de sélectionner la méthode correspontlamnieux au systéme sur lequel on

souhaite I'appliquer.

Les résultats obtenus dans ce manuscrit démontfapport des méthodes de
reconnaissance des formes pour le diagnostic stiile des systemes évolutifs. Toutefois,
certaines améliorations pourront étre faites esgestive de ces travaux. On peut citer entre
autres :

» la simplification de la définition des parametress dnéthodes. Par exemple, pour
FPMD, il serait intéressant de réaliser la déteatnom dynamique et adaptative de ses
parametres, en particulithl et th2, en fonction de chaque application et de
I'évolution de son environnement,

* au niveau de KPPVFD-S et KPPVFD-SS, il serait egéant d’intégrer un mécanisme

d'adaptation dynamique #eainsi qu'une mise a jour adaptative de certainsnpetres
propres a chaque classe. Par exemple, la valear'depourrait étre mise a jour une

fois les caractéristiques d’'une classe validées tatemps,

e pour la méthode KPPVFD-SS, il serait important smeau du temps de classification,
de limiter le nombre de formes conservées dansdimble d’'apprentissage. Pour ce
faire, il faudrait supprimer davantage de formesobktes. Par exemple, si une classe
conserve ses caractéristiques, i.e. elle ne réadised’évolutions, il n‘est pas utile de
conserver chacune des formes classifiées, il sdffigarder un nombre de formes
représentatives de cette classe,

* au niveau des méthodes de classification des fodypeamiques proposées, il serait
intéressant de proposer une mesure permettanindéesie nombre de primitives le
plus adapté a une forme dynamique en fonction dérseture,

« quafin de regrouper les méthodes développées etimglifier leur accés aux
utilisateurs, il serait intéressant de développer interface Homme Machine (IHM).
Elle permettrait aussi d'obtenir un résultat adapig modes de raisonnement des
opérateurs. Cette IHM pourrait intégrer une aid@ aéfinition des parametres des
méthodes en testant plusieurs parametres possiklesen proposant ou en
sélectionnant par défaut la valeur la plus adaptéa systeme. En effet, en plus du
résultat de classification attendu pour une méthmleeconnaissance des formes, il
est important de présenter des informations inétaptes aux utilisateurs d’une

méthode,
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gue dans le cadre du développement des multi-tassi, il serait intéressant de
sélectionner de facon dynamique les classifieussplas adaptés a une application.
Ces travaux sont déja commencés dans (Ayad, 2@10)es auteurs proposent de
sélectionner la meilleure combinaison de classifigpour la déployer uniquement
dans les zones de chevauchement ou d’ambigui@ngjlieu entre certaines classes,
gu’il peut étre intéressant de combiner des clessg qui réalisent le suivi et
'adaptation des classes dynamiques. On parle d®multi-classifieur évolutif. On
pourrait par exemple proposer une version de naldsisifieur évolutif combinant les
avantages de FPMD, KPPVFD-S et KPPVFD-SS et réduikataux d'erreur de
classification ou le retard de détection des évahst

gue puisque les méthodes de classification dynasmpgumettent de limiter le retard
de détection des évolutions et de suivre le déplaoé d'une classe, des techniques de
prédiction pourraient leur étre ajoutées afin deplus réaliser le suivi d'un systéme

mais son pronostic.
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Résumé

De nombreux systemes actuels sont évolutifs)dle. comportement est dynamique et il
entraine des changements dans leurs caractérstitpuéonctionnement. Le suivi des modes
de fonctionnement des systemes évolutifs est ublgme majeur pour les méthodes de
diagnostic. En effet, dans ces conditions il estesgaire d’utiliser ou de développer des
méthodes tenant compte des nouvelles informatiarectéristiques du comportement actuel
d’'un systeme et permettant I'adaptation des mo@efodctionnement connus. Nous avons
choisi de travailler avec les méthodes de recosaace des formes pour leur capacité a
fonctionner sur des applications pour lesquelleglese des observations sont connues.
Plusieurs méthodes de classification dynamiqueétitproposées afin de tenir compte des
changements de caractéristiques des formes etlakses au cours du temps. D’une part la
méthode Fuzzy Pattern Matching Dynamique (FPMDigadéveloppée pour tenir compte du
changement graduel des caractéristiques des clagsesla classification de chaque nouvelle
forme. La méthode intégre plusieurs mécanismegytedsdes indices de représentativité des
données, un résidu permettant de suivre les éwvoklitdes classes, et des procédures de
scission et de fusion permettant d’adapter lesselslynamiques. D’autre part, une version
Supervisée et une version Semi-Supervisée des KHPlaches Voisins Flous Dynamique
(KPPVFD) ont également été proposées : KPPVFD-XRPVFD-SS. Ces méthodes
KPPVFD utilisent des procédures de détection etaidirmation des évolutions de classes
puis elles réalisent l'adaptation de ces dernieess utilisant les formes les plus
caractéristiques de la tendance actuelle du systeeseméthodes proposées permettent de
détecter en ligne I'évolution du comportement daysteme, de valider cette évolution et de
procéder a l'adaptation d’'une classe lorsque seactEistiques ont changées. Deux
approches de reconnaissance des formes (struetetethixte) ont également été proposées.
L’approche structurelle repose sur une méthode afgnentation ne nécessitant pas la
définition d’'un seuil d’erreur d’approximation airsun nombre adaptatif de primitives défini
par rapport a chaque phase caractéristique d'unefdynamique. Une fois la segmentation
des formes dynamiques réalisée, la méthode eseoreténdance a l'aide des primitives
sélectionnées puis la phase de classification peotr lieu en utilisant une mesure de

similarité. La méthode mixte repose sur l'utilisatide données statistiques et structurelles
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pour réaliser la classification des données dynaesigUne signature mixte est obtenue pour
chaque forme dynamique traitée. Cette signaturg¢empermet d'obtenir une information

caractéristique interprétable. Une mesure de gitdlanixte, basée a la fois sur la similarité

entre caracteéristiques structurelles et statistiguest ensuite calculée a partir de cette
signature mixte pour mesurer l'appartenance d'amad a une classe. Cette mesure permet
également de quantifier I'évolution que peut réalisne forme suite a un changement de
caractéristiques d'un systeme. L'ensemble des nedthgroposées a été utilisé sur plusieurs
applications simulées et réelles. Ces applicatcmmeernaient le milieu industriel (détection

de soudures de mauvaise qualité, détection d'uite dans un générateur de vapeur) et le
milieu médical (caractérisation de la coordinatinter-segmentaire des patrons de marche

des patients hémiparétiques).

Mots clés. apprentissage en ligne, classification dynamigdennées non statiques,

reconnaissance des formes, environnement dynansygsi&mes évolutifs.
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Abstract

Several systems are evolving, i.e. their behasgiolynamic and it leads to changes in their
functioning characteristics. The monitoring of #neolving systems functioning modes is a
major problem for the diagnosis methods. Indeedh&se conditions it is necessary to use or
to develop methods taking into account the new adtaristic information of the current
system behavior and permitting to adapt the knowrctioning modes. We have chosen to
use pattern recognition methods for their abildywork on applications for which they only
have observations. Several dynamic pattern redogmtethods have been proposed in order
to take into account of the changes realized itepa and classes characteristics according to
the time. The method Dynamic Fuzzy Pattern MatchiD§PM) has been developed to
consider the gradual change of classes charaatsristter the classification of each new
pattern. The method integrates several mechanisamb 8s indicators of the patterns
usefulness, a residual permitting to follow classeslutions, and splitting and merging
procedures in order to adapt dynamic classes. 8leversions of the Dynamic Fuzzy K-
Nearest Neighbours (DFKNN) have also been propoSegervised-DFKNN (S-DFKNN)
and Semi-Supervised DFKNN (SS-DFKNN). These DFKNMNtmods use procedures to
detect and confirm classes evolutions. Then, tkalize the adaptation of the evolved classes
by using the most characteristics patterns of tneeat trend of a system. The proposed
methods permit to online detect the evolution giystem behavior, to validate this evolution
and to proceed to the adaptation of a class wisechdracteristics have changed. Two others
approaches of pattern recognition (structural andd) have also been proposed to deal with
dynamic patterns. The structural approach is baseal segmentation method which does not
necessitate the definition of an approximation rethoeshold, and on an adaptive number of
primitives defined according to each characteripti@ase of a dynamic pattern. Once, the
dynamic patterns segmentation is realized, the odetistimates their trend using the selected
primitives. Then, the classification of all pattercan be realized using a measure of
similarity. The mixed pattern recognition proposadthod is based on the use of statistical
and structural characteristics to realize the dlaaton of dynamic patterns. A mixed
signature is obtained for each dynamic patterntdteaThis signature permits to obtain

characteristic and interpretable information. A edxsimilarity measure, based on structural
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and statistical characteristics, is then calculdtedh the mixed signature, to measure the
membership of a pattern to a class. This measge @rmits to quantify the evolution a
pattern can realize after a change in the charatitsr of a system. The set of proposed
methods has been used on several simulated andapgdications. These applications
concerned the industrial domain (detection of adwefs quality, detection of a leak in a
steam generator) and the clinical domain (charaetigon of the inter-segmental coordination

of the gait patterns for hemiparetic patients).

Keywords online learning, dynamic classification, non istaary data, pattern recognition,

dynamic environment, evolving systems.
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