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If you think [...] that anything like a romance is preparing for you, rea-
der, you never were more mistaken. Do you anticipate sentiment, and poe-
try, and reverie ? Do you expect passion, and stimulus, and melodrama ?
Calm your expectations ; reduce them to a lowly standard. Something
real, cool, and solid, lies before you ; something unromantic as Monday
morning, when all who have work wake with the consciousness that they
must rise and betake themselves thereto.

Charlotte Brontë : Prélude à Shirley
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Introduction

L’interprétation rapide et sans effort des mouvements de la tête est une faculté que
l’homme a développé et qui constitue un pilier de la communication interpersonnelle.

Par exemple, un individu engagé dans une discussion aura naturellement tendance à orienter
son visage vers son interlocuteur. Certains mouvements traduisent également l’état émo-
tionnel d’une personne : la peur peut induire un mouvement brusque de la tête en direction
du danger potentiel, une personne honteuse ou mal à l’aise aura tendance à détourner son
visage pour masquer ses émotions.

Les mouvements de tête jouent aussi un rôle conscient dans le processus de communica-
tion. Un hochement de tête signifiera, suivant sa direction, le consentement ou au contraire
la désapprobation. La tête peut également se substituer au doigt pour désigner une zone
d’intérêt.

L’analyse des mouvements de tête, aussi aisée soit-elle pour un humain, constitue encore
un défi pour les systèmes de vision, comme en témoigne le récent état de l’art de Murphy-
Chutorian et Trivedi [2009]. Ce domaine de recherche est d’autant plus actif qu’il constitue
un maillon essentiel dans la chaîne de traitement de nombreuses applications. Les interfaces
de communication entre l’homme et la machine s’orientent vers de nouveaux paradigmes.
Les traditionnels claviers et souris font progressivement place à des interfaces plus intui-
tives et dématérialisées qui s’appuient sur le mouvement humain. Dans le domaine du jeu
vidéo, l’entreprise Microsoft développe une interface de capture du mouvement entièrement
orientée vision 1. Dans les technologies d’assistance, des solutions permettent de comman-
der le curseur d’un ordinateur par des mouvements de tête. En robotique, la connaissance
de l’orientation des visages offre aux machines de nouvelles capacités d’analyse et d’inter-
action. Et la liste des domaines d’application est encore longue (cf. figure 1) : biométrie,
réalité augmentée, vidéo-surveillance, sécurité routière, analyse comportementale pour le
marketing, photo numérique. . .

Figure 1 – Quelques exemples d’applications d’estimation de la pose de la tête : analyse
de la vigilance du conducteur, essais virtuels de lunettes par réalité augmentée, analyse du
comportement par vidéo-surveillance

1. projet Natal : http://www.xbox.com/en-US/live/projectnatal/

http://www.xbox.com/en-US/live/projectnatal/
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Contexte

Cette recherche a été initiée dans le cadre de PILE, Programme International pour le
Langage de l’Enfant 2. PILE est un projet médical piloté par l’hôpital Necker Enfants Ma-
lades qui vise à améliorer le dépistage et le traitement précoce des troubles du langage. Cette
étude s’appuie sur l’analyse des regards, des gestes et des productions vocales d’enfants en
bas âge. Notre équipe, constituée de Ryad Benosman, Xavier Clady, Maurice Milgram et
moi-même avait en charge la composante image du projet. Notre rôle était de proposer des
méthodes pour estimer la position 3D des mains du bébé et analyser les contacts visuels
entre le bébé et sa mère (c’est-à-dire déterminer lorsque le bébé regarde en direction du
visage de sa mère). Dans ce contexte, nos premiers travaux ont porté sur la mise en œuvre
d’un réseau calibré de huit caméras (cf. annexe B page 151), focalisées sur trois zones d’in-
térêt : la tête du bébé, ses mains et le visage de sa mère [Bailly et al., 2006a]. Chaque zone
est couverte par au moins deux caméras afin de replacer les différents éléments analysés
dans un repère commun 3D (pour évaluer le contact visuel mère-bébé notamment). Nous
avons également développé des méthodes ad hoc pour la localisation du visage et des mains
du bébé [Bailly et al., 2006b; Bailly, 2007].

Au cours de ces premières recherches, l’estimation de l’orientation de la tête, première
étape d’un système d’analyse du regard, a été identifiée comme un verrou technologique et
constitue l’objet de cette thèse.

Problématique

Le but de cette thèse est de concevoir des méthodes d’estimation automatique de la
pose de la tête dans des images. Géométriquement parlant, cela consiste à définir un repère
associé au visage et à estimer sa rotation par rapport à un repère global. Ce dernier pourra
par exemple être associé au corps et défini par les plans sagittal, frontal et transversal. Le
plus souvent, le repère choisi est indépendant du corps : il peut s’agir d’une position de
référence du visage dans une séquence vidéo (la première image de face, par exemple). On
pourra également choisir le repère de la caméra comme repère de référence. Dans le cas
d’une représentation indépendante du corps, le système ne fera pas de différence entre un
mouvement de la tête et un mouvement de la caméra. On trouve couramment une dernière
représentation qui consiste à définir uniquement une direction dans l’espace à l’aide des
angles de rotation pan et tilt (cf. figure 2).

Pour qu’un système d’estimation de pose soit performant, il devra être robuste aux
nombreuses sources de variations qui peuvent affecter l’image d’un visage :

– Déformations géométriques : on identifie deux sources principales de déformations géo-
métriques, les variations liées aux expressions faciales (variations intra-personnelles)
et celles liées à la morphologie (variations interpersonnelles).

2. PILE : http://www.psynem.org/Pile/
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Plan sagittal

Plan transversal

Plan frontal

Repère tête

Repère corps

Repère caméra

Pan

Tilt

Roll

Figure 2 – Paramètres géométriques pour l’estimation de la pose de la tête

– Variations radiométriques : elles dépendent par exemple des propriétés de la peau
(couleur, rides...), de la présence d’une barbe ou encore de la couleur des yeux. Si l’on
fait une analogie avec la synthèse d’image, les variations radiométriques correspondent
aux changements de texture.

– Occultations : certaines parties du visage sont cachées par des éléments extérieurs tels
que des lunettes, un chapeau, ou une main. Il peut s’agir aussi d’auto-occultations
liées à des rotations hors-plan de la tête.

– Changement d’illumination : les variations du type, de la position et de l’orienta-
tion des sources lumineuses ainsi que les propriétés de réflectance du visage agissent
directement sur l’apparence du visage dans l’image.

– Variations liées au périphérique d’acquisition : la longueur focale, les distorsions op-
tiques, la résolution et la compression de l’image sont autant de sources de variations
qui auront un impact sur le rendu final de l’image.

Contributions

Les principales contributions apportées par ce travail de thèse sont de deux types. D’un
point de vue méthodologique, nous avons proposé BISAR (Boosted Input Selection Algo-
rithm for Regression), une méthode de sélection de caractéristiques adaptée aux problèmes
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de régression qui se caractérise par :
– le critère fonctionnel flou (FFC, Fuzzy Functional Criterion), nouvelle mesure pour

sélectionner des descripteurs images pertinents et
– une nouvelle stratégie pour sélectionner itérativement des entrées complémentaires
d’un réseau de neurones.

D’un point de vue applicatif, cet algorithme a été validé au travers de deux méthodes
d’estimation de la pose de la tête.

– Une approche globale : notre algorithme BISAR est utilisé pour apprendre direc-
tement la relation entre l’apparence d’un visage (ensemble des niveaux de gris qui
correspondent au visage dans l’image) et sa pose.

– Une approche orientée modèle : on ajuste un modèle déformable sur une image pour
localiser un ensemble de points caractéristiques qui seront ensuite utilisés pour calculer
la pose.

Organisation du document

La suite de ce document s’articulera autour de deux parties qui coïncident avec nos
contributions applicatives. Dans la première partie, nous aborderons donc les méthodes
globales d’estimation de la pose.

Le chapitre 1 propose un état de l’art des méthodes globales. Nous détaillerons l’étape de
représentation des données d’une part et l’étape de décision d’autre part. Nous présentons
également les jeux de données et les méthodes d’estimation de pose que nous utilisons pour
évaluer et comparer notre approche.

Le chapitre 2 introduit une méthode simple d’estimation de la pose par comparaison avec
des images de synthèse. Plus spécifiquement, on aborde l’extraction d’un modèle texturé à
partir d’une image et d’un ensemble de points identifiés sur le visage. On propose ensuite
une mesure de ressemblance pour comparer une image réelle avec des instances de notre
modèle de synthèse.

Le chapitre 3 propose une méthode d’estimation de la pose par régression non lineaire.
Ce chapitre présente tout d’abord un tour d’horizon des méthodes de sélection de descrip-
teurs et des méthodes de boosting pour la régression. Il décrit ensuite notre algorithme
d’apprentissage BISAR. Enfin, nous évaluons la pertinence de cette approche dans le cadre
de l’estimation de la pose.

On quitte alors les approches globales pour s’intéresser, dans une deuxième partie, à
l’estimation de la pose de la tête à l’aide de modèles déformables.

Le chapitre 4 dresse un état de l’art des méthodes d’alignement de modèles dans des
images. Nous décomposons et nous analysons ces méthodes suivant quatre axes : la modé-
lisation de la forme, la modélisation de l’apparence, la fonction de coût et l’estimation des
paramètres du modèle.
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Le chapitre 5 décrit notre méthode d’alignement suivant les quatre axes énoncés pré-
cédemment. Nous mettons l’accent sur la fonction de coût qui constitue le cœur de notre
méthode. Cette fonction, apprise à l’aide de BISAR, évalue la qualité de l’alignement du mo-
dèle dans l’image. Nous testons notre approche sur diverses bases de données et comparons
nos résultats avec une méthode récente de la littérature.

Le chapitre 6 reprend notre méthode d’alignement et l’évalue dans le cadre d’une ap-
plication d’estimation de la pose de la tête. Nous effectuons les tests sur des images de
synthèse dont les paramètres de pose sont parfaitement connus et sur des images réelles
provenant de diverses bases de données et d’Internet.

Enfin, nous concluons ce document et développons les perspectives ouvertes par ces
travaux.

Etat de l’art

Pour améliorer la lisibilité et pour assurer une relative indépendance des chapitres, l’état
de l’art à été réparti dans différentes sections de ce document. Nous listons ci-après leurs
emplacements :

– Méthodes globales d’estimation de la pose de la tête : chapitre 1 page 19
– Processus de sélection de descripteurs : section 3.1 page 57
– Méthodes de boosting pour la régression : section 3.2 page 61
– Méthodes d’alignement de modèles déformables : chapitre 4 page 87
– Estimation de la pose à partir d’un modèle déformable : section 6.1 page 133
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Première partie

Estimation de la pose de la tête par
une méthode globale





Notations

Généralités
s Scalaire
v Vecteur
M Matrice
N Constante
‖.‖ Norme euclidienne

Notations relatives à la selection des descripteurs

1 ≤ k ≤ N Indice des descripteurs
1 ≤ i ≤M Indice des exemples
1 ≤ t ≤ Tmax Indice des itérations

A Ensemble d’apprentissage labélisé,
A = {(xi, yi)|i = 1 . . .M}

V Ensemble de validation
T Ensemble de test
F Ensemble des descripteurs potentiels,

F = {Hk|k = 1 . . . N}
FS Ensemble des descripteurs selectionnés

xi ième exemple
yi Sortie désirée associée à xi
Hk kème descripteur de F
H(t) Descripteur de FS sélectionné à l’itération t
hk,i Valeur du kème descripteur calculée sur le ième exemple

hk,i = Hk(xi)

w(t) Vecteur de poids sur les exemples 1

w(t) =
{
w

(t)
i |i = 1, . . . ,M

}
Regt Regresseur à t entrées.
ε(t) Erreur d’estimation du régresseur Regt
ε

(t)
i Erreur d’estimation associée au ième exemple

.

1. Considérant l’ensemble A comme ordonné, la distribution des poids w(t) peut être vue comme un
vecteur dont la composante w

(t)
i est le poids de l’exemple numéro i à l’itération t





Chapitre 1

Etat de l’art

Dans cet état de l’art nous présentons les méthodes qui utilisent globalement l’image
d’un visage pour en déduire sa pose. Nous les regroupons sous le terme de méthodes globales,
par opposition aux méthodes par alignement d’un modèle déformable ou aux approches
géométriques qui infèrent la pose à partir des positions relatives de certains éléments du
visage tels que les yeux et la bouche. Les approches par alignement d’un modèle seront
traitées dans la seconde partie du document. Le processus d’estimation par les méthodes
globales peut se décomposer en quatre étapes successives (cf. figure 1.1) :

1. Prétraitements : le signal capturé par la caméra est prétraité pour simplifier les
étapes suivantes, sans perdre l’information pertinente. Par exemple, une égalisation
d’histogramme ajustera automatiquement les niveaux de gris ou les pixels de l’image
seront seuillés afin d’éliminer l’arrière-plan de l’image.

2. Localisation du visage : cette étape extrait la zone de l’image contenant le visage
dont on souhaite connaître la pose. Dans certaines méthodes, elle est intrinsèquement
liée à l’étape d’estimation de pose.

3. Représentation des images : l’objectif est d’extraire les informations pertinentes et
discriminantes contenues dans l’image en mesurant certaines propriétés (extraction
de caractéristiques, section 1.1) ou en projetant les données dans un espace où la
distribution des visages en fonction de leur pose est plus régulière. (section 1.2).

4. Décision : un algorithme d’apprentissage supervisé est utilisé pour estimer les pa-
ramètres de pose du visage. Nous avons différencié trois grandes approches. Les mé-
thodes par comparaison avec des prototypes (section 1.3.1) déterminent la pose d’un
visage en fonction du label des exemples (les prototypes) les plus ressemblants de la
base d’apprentissage. Les méthodes par classification (section 1.3.2) regroupent les
visages dont la pose est semblable et apprennent à déterminer le groupe auquel ap-
partient un visage inconnu. Les méthodes par régression (section 1.3.3) apprennent
la relation continue qui associe une pose à chaque image de visage.

Une étape facultative de post-traitements valide ou rejette la décision prise à l’étape
précédente à partir d’informations supplémentaires liées au contexte. Dans une application
de suivi par exemple, l’estimation de la pose pourra être filtrée en fonction des estimations
précédentes.

Nous nous intéresserons plus particulièrement à l’étape de représentation des images
(section 1.1 et 1.2) et d’estimation de la pose (section 1.3).
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Figure 1.1 – Processus d’estimation de la pose par une méthode globale

1.1 Extraction de caractéristiques

L’objectif de cette étape est d’utiliser un ou plusieurs descripteurs pour représenter au
mieux l’image en fonction de la tâche à réaliser. On cherchera généralement des descripteurs
qui présentent des propriétés d’invariance par rapport aux caractéristiques non pertinentes.
Pour un détecteur de véhicule par exemple, on s’intéressera à des descripteurs invariants
aux variations colorimétriques puisque une voiture peut être de n’importe quelle couleur. Il
existe de très nombreux descripteurs dans la littérature et l’objectif de cette section n’est
pas de tous les énumérer. Nous présenterons les grandes catégories ainsi que les descripteurs
les plus souvent utilisés.

1.1.1 Descripteurs globaux

Ils permettent d’extraire un ensemble d’attributs calculés sur toute l’image.

Filtrage de l’image Son but est d’extraire des informations pertinentes dans l’image.
Les filtres de Sobel ou Canny, par exemple, sont utilisés pour extraire les contours qui
présentent l’avantage d’être plus robustes vis-à-vis des changements d’illumination que les
niveaux de gris. Les filtres de Gabor sont très largement utilisés en analyse d’image en
général [Daugman, 1988] et en estimation de la pose de la tête en particulier [Wei et al.,
2002; Wu et Trivedi, 2008; Sherrah et al., 2001]. Des opérateurs non linéaires tels que les
Local Binary Patterns (LBP, Ojala et al. 1996) ont également donné de bons résultats en
analyse de visages [Zhang et al., 2007; Tan et Triggs, 2007]. Ma et al. [2006a] combinent les
ondelettes de Gabor et les LBP pour estimer la pose de la tête.

Représentation par silhouette Elle consiste à binariser l’image de manière à séparer
l’arrière-plan de la forme à analyser. La silhouette est ensuite caractérisée par un ensemble
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1.1. Extraction de caractéristiques

de descripteurs de forme tels que les descripteurs de Fourier ou les moments géométriques
[Mokhber et al., 2008]. Zhang [2002] propose un panorama détaillé des descripteurs de
forme. Les silhouettes issues de vues de différentes caméras peuvent également servir à re-
construire l’enveloppe visuelle de l’objet considéré. On ne cherche alors plus à caractériser
les silhouettes directement mais l’objet 3D qui en résulte [Gond et al., 2008].

Représentation par histogramme La représentation par histogramme est un outil simple
et puissant qui a été utilisé dans de nombreux domaines. Les histogrammes de couleur sont
invariants en translation et en rotation dans le plan image et varient lentement lors des rota-
tions hors-plan, des changements d’échelles et des occultations. Les histogrammes donnent
une signature compacte, stable et discriminante bien adaptée pour l’indexation de grandes
bases de données [Swain et Ballard, 1991]. Les histogrammes de couleur sont sensibles à
l’intensité et à la couleur de la source lumineuse ainsi qu’à la couleur de l’objet à détecter.
Pour parer ce problème, Schiele et Crowley [2000] proposent par exemple de construire des
histogrammes à champs récepteurs gaussiens multidimensionnels. L’histogramme de l’orien-
tation des gradients pondérés par leur module (HoG de l’anglais Histograms of Oriented
Gradient) est aussi très utilisé [Dalal et Triggs, 2005]. Pour conserver en partie l’informa-
tion spatiale, on peut concaténer les histogrammes calculés dans des fenêtres glissantes ou
disjointes de l’image [Lowe, 2004; Murphy-Chutorian et al., 2007].

1.1.2 Descripteurs locaux

Par opposition aux descripteurs globaux, les descripteurs locaux ne caractérisent qu’une
zone restreinte de l’image. Chaque descripteur extrait une information partielle et doit, par
conséquent, être combiné à d’autres descripteurs pour fournir une représentation complète
de l’image à analyser. Tuytelaars et Mikolajczyk [2008] proposent un tour d’horizon des
descripteurs locaux tandis que Mikolajczyk et Schmid [2005] évaluent les performances de
différents descripteurs tels que les Shape Context [Belongie et al., 2001], les filtres orientables
[Freeman et Adelson, 1991] ou SIFT [Lowe, 2004]. On peut distinguer deux manières de les
utiliser :

1. On définit un ensemble de descripteurs locaux calculables en tout point de l’image
avec différents paramètres. Cet ensemble dense et redondant doit être couplé avec une
méthode de sélection de descripteurs. Viola et Jones [2004] combinent par exemple les
descripteurs de Papageorgiou et Poggio [2000] inspirés des ondelettes de Haar (plus
de 450́00 descripteurs au total) avec l’algorithme AdaBoost [Freund et Schapire, 1997]
qui sélectionne itérativement les meilleurs descripteurs.

2. On identifie des points d’intérêt dans l’image à l’aide de détecteurs spécifiques tels
que [Harris et Stepheds, 1988] ou [Achard et al., 2000], puis on utilise des descripteurs
locaux (SIFT, Lowe 2004 ou SURF Bay et al. 2008, par exemple) pour caractériser le
voisinage de ces points. Cette méthode offre une représentation compacte de l’image
à analyser et ne nécessite pas d’étape de sélection des descripteurs. Il faut toutefois
que la détection des points d’intérêt soit répétable, c’est-à-dire que les mêmes points
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Chapitre 1. Etat de l’art

soient détectés au même endroit quelles que soient les conditions de prise de vue.

1.2 Réduction de dimension

Les images de visages sont des données de grande dimension. Il est toutefois raisonnable
de supposer que ces données sont sur (ou à proximité d’) une variété de faible dimension
immergée dans l’espace ambiant RN où N est le nombre de pixels (cf. figure 1.2). Les tech-
niques qui cherchent une relation entre l’espace d’origine et un espace de faible dimension
sont regroupées sous le terme de « réduction de dimension »ou plus récemment d’appren-
tissage de variétés (manifold learning). Dans notre cas, l’objectif est de trouver un espace
de représentation sensible aux changements de poses et invariant aux autres sources de
variation de l’image. Nous présentons dans cette partie un aperçu des méthodes de réduc-
tion de dimension, ainsi que leurs applications pour l’estimation de la pose de la tête. Pour
une description plus exhaustive, le lecteur pourra se reporter à [Burges, 2005; Brun, 2007;
van der Maaten et al., 2009].

Variété contrainte par la pose

Image test

Figure 1.2 – Les techniques de réduction de dimension cherchent un sous-espace de projec-
tion de faible dimension qui représente au mieux les variations de pose du visage. Un visage
dont la pose est inconnue sera projeté sur cet espace pour simplifier la prise de décision.

1.2.1 Méthodes non supervisées

Nous traitons dans un premier temps les méthodes dites non supervisées car elles ne
prennent pas en considération la grandeur que l’on souhaite estimer (les paramètres de pose
dans notre cas).
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1.2. Réduction de dimension

Méthodes linéaires L’Analyse en Composantes Principales (ACP) est une méthode de
réduction de dimension linéaire introduite par Pearson [1901]. L’idée principale de l’ACP
est de trouver une projection des données {xi}ni=1 ∈ Rd qui maximise la variance. La base
de ce nouveau sous-espace est formée des m premiers vecteurs propres de la matrice de
covariance estimée,

C = 1
n

∑
i

(xi − x̄)(xi − x̄)T (1.1)

avec x̄, le vecteur moyenne estimée. Si on range les vecteurs propres dans une matrice W
de taille d×m, la projection ui de chaque donnée xi est calculée par

ui = WT (xi − x̄) (1.2)

Cette méthode à été utilisée dans de nombreux domaines, en particulier en analyse faciale
[Turk et Pentland, 1991]. Gong et al. [1996] ont montré qu’il suffisait de trois axes princi-
paux pour représenter la distribution des visages en fonction de leur pose (cf. figure 1.3).
Srinivasan et Boyer [2002] construisent un sous-espace propre par pose discrète.

Figure 1.3 – Représentation des images d’un visage en rotation horizontale dans un espace
formé par les 3 premiers vecteurs propres de l’ACP (tiré de Gong et al. [1996]).

Le Multidimentional Scaling (MDS) est une autre méthode très connue de réduction de
dimension linéaire [Torgerson, 1952]. Au lieu de conserver la variance des données au cours
de la projection, elle s’efforce de préserver toutes les distances entre chaque paire d’exemples
dist(xi,xj) en cherchant une transformation linéaire qui minimise l’énergie :

εmds =
n∑

i,j=1
(dist(xi,xj)− ‖ui − uj‖)2 (1.3)

Ce problème de minimisation peut être résolu par une décomposition en valeurs propres
[Cox et Cox, 2000; Williams, 2002]. Lorsque la fonction de distance entre les données est
la distance euclidienne, les sorties ui ∈ Rm de la MDS sont les mêmes que les sorties de
l’ACP. Elles sont obtenues par une rotation suivie d’une projection sur les axes de plus
grande variance.
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Chapitre 1. Etat de l’art

Méthodes par noyaux Les méthodes précédentes trouvent un espace de représentation
fidèle aux données lorsque la structure de ces données est linéaire ce qui n’est généralement
pas le cas. L’idée est d’utiliser une fonction noyau pour construire un espace de grande
dimension dans lequel le problème devient linéaire. On peut ainsi appliquer des méthodes
linéaires de réduction de dimension lorsque la structure intrinsèque des données n’est pas
linéaire. Ces méthodes utilisent généralement « l’astuce du noyau » (de l’anglais kernel
trick) qui établit que tout algorithme formulé avec une fonction noyau peut être reformulé
avec une autre fonction noyau. Une démarche courante est d’exprimer la méthode avec
un produit scalaire, puis de le remplacer par une fonction noyau. Le kernel trick permet
alors de travailler dans l’espace transformé sans avoir à calculer explicitement l’image de
chaque donnée. Wu et Trivedi [2008] utilisent par exemple une Analyse en Composante
Principale avec Noyau (KPCA de l’anglais Kernel Principal Component Analysis, Schölkopf
et al. 1998) pour représenter des visages dans différentes poses. Dans la KPCA, le choix
de la fonction noyau n’est pas clairement défini. La MVU (de l’anglais Maximum Variance
Unfolding) est une technique qui apprend conjointement la transformation et la fonction
noyau [Weinberger et al., 2004].

Méthodes par graphe PCA et MDS tentent de conserver les distances euclidiennes entre
chaque paire d’exemples sans prendre en compte la distribution du voisinage de chaque
exemple. Si les données reposent sur une variété très incurvée, deux points très proches au
sens de la distance euclidienne peuvent être très éloignés si on considère la distance le long
de la variété. Le jeu de données « brioche suisse » est couramment utilisé pour illustrer ce
phénomène (cf. figure 1.4).

Depuis les années 2000 de nombreuses solutions ont été proposées pour réduire la dimen-
sion de l’espace en prenant en compte la topologie de l’ensemble de données. La méthode
Isomap (pour isometric feature mapping, de Tenenbaum et al. 2000) par exemple, cherche
une transformation qui préserve la distance géodésique entre les données. La distance géo-
désique est la distance la plus courte entre deux points, mesurée le long de la variété.
L’algorithme se décompose en trois étapes :

1. Création d’un graphe d’adjacence G dans lequel chaque point xi est connecté à ses
k plus proches voisins (k-Isomap) ou aux données dont la distance est inférieure à ε
(ε-Isomap).

2. Calcul du plus court chemin dG(xi,xj) entre chaque paire de nœuds du graphe à
l’aide d’un algorithme du plus court chemin tel que [Dijkstra, 1959] ou [Floyd, 1962].
La matrice DG = dG(xi,xj) contient alors une estimation de la distance géodésique
entre chaque point.

3. Construction d’une représentation de faible dimension par MDS appliquée à la matrice
des distances DG.

Hu et al. [2005] utilisent Isomap pour découvrir la variété des visages dans différentes
poses. La méthode Isomap présente toutefois quelques inconvénients. Elle est topologi-
quement instable [Balasubramanian et Schwartz, 2002] car elle peut créer des connexions
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1.2. Réduction de dimension

Figure 1.4 – Illustration de la méthode Isomap sur le jeu de données « brioche suisse » (tiré
de Tenenbaum et al. 2000). (A) La distance entre deux exemples du jeu de données (poin-
tillés) ne reflète pas leur ressemblance intrinsèque mesurée par la distance géodésique (trait
plein). (B) Le graphe d’adjacence permet d’approximer (courbe rouge) la distance géodé-
sique. (C) Projection des données dans l’espace 2D trouvée par Isomap.

fausses dans le graphe G ou mal approximer la distance géodésique lorsque la variété est
trouée [Lee et Verleysen, 2005].

LLE (pour Locally Linear Embedding) est une technique de représentation de données
de grande dimension dans un espace de faible dimension préservant localement la structure
linéaire des exemples à proximité [Roweis et Saul, 2000]. En ne conservant que la structure
locale des données, le problème se rapporte à la décomposition en valeurs propres d’une
matrice creuse (par opposition aux méthodes précédentes qui devaient décomposer une ma-
trice pleine). La première étape est semblable à Isomap puisqu’elle consiste à construire un
graphe des k-plus proches voisins de xi. Chaque exemple est ensuite décrit par une combi-
naison linéaire de poids wij des k-plus proches voisins de xi. Les poids de reconstruction
représentent la contribution du jème point dans la reconstruction du ième exemple. La der-
nière étape revient à trouver la représentation qui conserve ces relations entre exemples en
minimisant la fonction de coût :

εlle =
∑
i

∥∥∥∥∥∥ui −
∑
j

wijuj

∥∥∥∥∥∥ (1.4)

La matrice de covariance des sorties yi doit être unitaire pour éviter les solutions triviales.
Roweis et Saul [2000] ont montré que l’espace réduit qui minimise l’équation (1.4) est formé
des m vecteurs propres associés aux m plus faibles valeurs propres non nulles de la matrice
(I−W)T (I−W). I est la matrice identité n× n et W est la matrice creuse n× n dont les
composantes sont égales aux poids de reconstruction si xi est connecté à xj et nulles sinon.

L’aspect local de LLE la rend moins sensible aux court-circuits que Isomap car seule
une partie restreinte de la matrice W est affectée.

Il existe de nombreuses autres techniques par graphe. Certaines sont locales telles que les
Laplacian Eigenmaps [Belkin et Niyogi, 2003] ou les Local Tangent Space Alignment [Zhang
et Zha, 2005]. D’autres sont globales telles que les diffusion maps [Coifman et Lafon, 2006]
ou le Maximum Variance Unfolding [Weinberger et Saul, 2006].
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Chapitre 1. Etat de l’art

Le but de ces méthodes est de représenter chaque nœud du graphe par un vecteur
de faible dimension qui préserve les similarités entre les paires de vecteurs. Toutefois ces
techniques ne fournissent pas de projection explicite sur l’espace de faible dimension et il
n’est par conséquent pas possible de projeter un nouvel exemple qui n’était pas présent
dans l’ensemble de départ (out of sample problem). Plusieurs solutions ont été proposées
pour résoudre ce problème [Raytchev et al., 2004; Bengio et al., 2003; Yan et al., 2007].
Raytchev et al. [2004], par exemple, utilisent les Locality Preserving Projections [He et al.,
2003] qui définissent une relation pour n’importe quel point de l’espace.

L’autre inconvénient majeur des méthodes par graphe est que l’information de pose des
visages n’est pas exploitée. Nous allons donc aborder les méthodes supervisées qui intègrent
explicitement cette information dans le choix du sous-espace.

1.2.2 Méthodes supervisées

La méthode de réduction de dimension la plus connue et la plus souvent utilisée est cer-
tainement l’Analyse Discriminante Linéaire (LDA de l’anglais Linear Discriminant Analy-
sis). L’objectif de la LDA est de trouver un sous-espace de projection qui maximise le ratio
entre la matrice de covariance inter-classe Cinter et la matrice de covariance intra-classe
Cintra (critère de Fisher). Cette optimisation se rapporte à la résolution d’un problème aux
valeurs propres généralisé :

Cinterwk = λkCintrawk (1.5)

Les vecteurs propres associés aux plus grandes valeurs propres forment le sous-espace de
projection. La LDA est une technique très efficace de réduction de dimension, mais elle se
limite toutefois aux problèmes de classification. Kwak et al. [2008] proposent une extension
de cette méthode aux problèmes de régression. L’idée est de considérer que les exemples xi
qui ont de faibles différences de label yi appartiennent à la même classe. Les matrices de
covariance sont remplacées par :

Sintra = 1
nintra

∑
i,j∈Aintra

f (yi − yj)(xi − xj)(xi − xj)T (1.6)

Sinter = 1
ninter

∑
i,j∈Ainter

f (yi − yj)(xi − xj)(xi − xj)T (1.7)

avec Aintra = {(i, j) : |yi − yj | < τ, i, j ∈ {1, . . . , n} , i 6= j}, Ainter =
{(i, j) : |yi − yj | ≥ τ, i, j ∈ {1, . . . , n} , i 6= j}, nintra = card(Aintra) et ninter = card(Ainter).
La fonction f est une fonction de pondération positive qui décroit avec l’amplitude de la
différence. Kwak et al. [2008] ont montré que cette méthode donnait de bons résultats
pour l’estimation de la pose de la tête en comparaison avec des méthodes classiques de
réduction de dimension telles que la Sliced Inverse Regression (SIR, Li 1991), ou les
Principal Hessian Directions (PHD, Li 1992).

Plusieurs solutions ont été proposées pour intégrer l’information des labels dans les
techniques d’apprentissage de la variété. SE-Isomap [Li et Guo, 2006] construit tout d’abord
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une matrice des distances géodésiques pour chaque classe. Les différentes matrices sont
ensuite regroupées au sein de la matrice des distances globales discriminantes. Pour finir,
cette matrice est utilisée dans l’étape de réduction de dimension par MDS. Dans [Yan et al.,
2007], le graphe intrinsèque caractérise la compacité intra-classe et connecte les échantillons
de même classe, alors que le graphe de pénalité connecte les points à la marge et caractérise
la séparabilité inter-classe. La Marginal Fisher Analysis cherche une transformation qui
maximise la compacité intra-classe et la séparabilité inter-classe.

De Ridder et al. [2003] utilisent une métrique qui prend en compte les labels associés
aux données pour mesurer les distances entre échantillons. Cette métrique, qui augmente les
distances inter-classes et diminue les distances intra-classes, remplace la distance euclidienne
lors de la construction du graphe d’adjacence de la LLE. La méthode WheightedIso de
Vlachos et al. [2002] joue également sur la métrique et multiplie par un facteur constant
λ < 1 la distance entre deux échantillons d’une même classe. Geng et al. [2005] ont montré
que la qualité des résultats était très dépendante du choix de λ. Ils définissent une métrique
telle que la distance entre deux échantillons de la même classe soit toujours inférieure à 1 et
que la distance entre deux échantillons de classes différentes soit toujours supérieure à 1−α.
Le coefficient α, défini empiriquement, a été introduit pour permettre à deux échantillons
de classes différentes de se « ressembler » plus que certains échantillons de la même classe et
pour limiter les risques de déconnexion dans le graphe d’adjacence. De même que la LDA,
ces méthodes concernent les problèmes de classification. Le Biased Manifold Embedding
[Balasubramanian et al., 2008] s’adresse principalement aux problèmes de régression en
pondérant chaque distance inter-exemples, par un facteur qui dépend de la différence des
labels. Cette méthode a donné de bons résultats pour l’estimation de la pose de la tête.

Une autre approche supervisée de réduction de dimension consiste à définir la structure
idéale de la variété et d’apprendre la transformation vers cette structure topologique. Lee et
Elgammal [2006] modélisent la marche d’un humain par un tore. Une dimension est utilisée
pour décrire la configuration du corps et une autre dimension représente le point de vue
de la caméra. La relation entre une silhouette et sa position sur le tore est apprise à l’aide
d’un réseau de neurones à base radiale.

1.2.3 Synthèse

Le tableau 1.1 résume, par ordre chronologique, les différentes techniques de réduction
de dimension et d’apprentissage de variétés. Il spécifie si la projection est linéaire ou non-
linéaire, supervisée ou non-supervisée et s’il existe une manière de projeter sur l’espace
réduit un exemple qui n’appartient pas à l’ensemble d’apprentissage (out of sample). La
dernière colonne précise si la méthode cherche à préserver des propriétés géométriques
locales ou globales lors de la projection. Les méthodes globales reflètent plus fidèlement la
structure globale des données, tandis que les méthodes locales sont plus faciles à calculer
(matrice creuse) et plus à même de modéliser les variétés dont la géométrie est localement
proche de la géométrie euclidienne, mais dont la géométrie globale ne l’est pas [de Silva et
Tenenbaum, 2002].
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Table 1.1 – Récapitulatif des différentes techniques de réduction de dimension.

Méthodes
Li
ne

ai
re

(L
)
/

N
on

-li
né

ai
re

(N
)

Su
pe

rv
isé

e
(S
)
/

N
on

-s
up

er
vi
sé
e
(N

)

Pr
oj
ec
tio

n
ex
pl
ic
ite

(O
/N

)

Lo
ca
l(
L)

/

G
lo
ba

l(
G
)1

ACP [Pearson, 1901] L N O G

LDA [Fisher, 1936] L S O G

MDS [Torgerson, 1952] L N O G

SIR [Li, 1991] L S O G

KPCA [Schölkopf et al., 1998] N N O G

Isomap [Tenenbaum et al., 2000] N N N G

LLE [Roweis et Saul, 2000] N N N L

LE [Belkin et Niyogi, 2003] N N N L

SLLE [De Ridder et al., 2003] N S N L

MVU [Weinberger et al., 2004] N N N G

LTSA [Zhang et Zha, 2005] N N N L

SE-Isomap [Li et Guo, 2006] N S N G

GE [Yan et al., 2007] N S O G/L

LDA-r [Kwak et al., 2008] L S O G

BME [Balasubramanian et al., 2008] N S N G/L
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1.3 Estimation de la pose

1.3.1 Méthodes par comparaison avec des prototypes

Cette catégorie de méthodes est certainement la plus simple et la plus intuitive. Elle
consiste à comparer l’apparence du visage dans une image à un ensemble de visages d’une
base de données étiquetée en pose. On attribue au visage de l’image l’orientation du visage
le plus ressemblant dans la base de données (cf. figure 1.5). On utilise couramment l’erreur
quadratique moyenne [Niyogi et Freeman, 1996; La Cascia et al., 2000; Sherrah et Gong,
2001], la corrélation croisée normalisée [Beymer, 1994] ou l’information mutuelle [Goudelis
et al., 2008] comme mesure de ressemblance.

Image test

-45°

0°

+45°

Base de prototypes

Figure 1.5 – Les méthodes par comparaison avec des prototypes. L’orientation d’un nou-
veau visage correspond à la pose du visage de la base de prototypes le plus ressemblant

Ces méthodes n’ont pas besoin d’une phase d’apprentissage et sont incrémentales en
données (on peut augmenter sans effort l’ensemble des prototypes). Toutefois, des pro-
blèmes d’efficacité surviennent lorsque le nombre de prototypes est trop important puisque
la complexité des ces algorithmes est linéairement dépendante du nombre d’éléments dans
la base de données. Une solution à ce problème consiste à organiser les données de la base
sous forme d’un arbre [Niyogi et Freeman, 1996; Sengupta et al., 2002; Grujic et al., 2008].
Dans [Niyogi et Freeman, 1996] par exemple, l’arbre est construit en séparant récursive-
ment les exemples en deux groupes. A chaque nœud de l’arbre, une analyse en composante
principale (ACP) détermine la direction du maximum de variance du groupe. On projette
alors les exemples sur cet axe et on les sépare en deux classes en fonction du signe de
leur coordonnée sur cet axe. Cette opération est répétée jusqu’à ce qu’il n’y ait plus assez
d’exemples dans le groupe pour faire une ACP. Dans le cas d’un arbre binaire, le coût de la
recherche diminue d’un facteur M à un facteur log(M), avec M le nombre d’éléments dans
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la base de données.

Dans les méthodes par comparaison avec des prototypes, le visage doit être préalable-
ment détecté et une erreur de localisation peut fortement dégrader la précision du système.
Niyogi et Freeman [1996] proposent de générer des prototypes présentant des décalages en
translation et en changement d’échelle. Si l’image la plus ressemblante correpond à un proto-
type avec décalage, on peut facilement ajuster le cadrage de manière à avoir la ressemblance
la plus forte avec un prototype centré.

Ce type d’approche s’apparente à des méthodes par suivi ; l’objectif est de maximiser la
ressemblance entre l’apparence d’un modèle pour différents paramètres (translation, rota-
tion, changement d’échelle par exemple) et l’image du visage dont on cherche à connaître la
pose. Le modèle correspond le plus souvent à une image frontale du visage que l’on plaque
sur un modèle géométrique simple tel qu’une ellipsoïde [Basu et al., 1996] [Choi et Kim,
2008], un cylindre [La Cascia et al., 2000] [Xiao et al., 2003] ou un modèle générique de
visage [Malciu et Prêteux, 2000]. La texture du modèle est parfois mise à jour au cours de
la séquence afin de prendre en compte des changements d’illumination par exemple [Xiao
et al., 2003].

Par ailleurs, les méthodes par comparaison à des prototypes supposent que des visages
différents dans une même pose sont toujours plus semblables qu’un même visage dans deux
poses différentes. En d’autres termes, on souhaite que la mesure de similarité dans l’espace
des images soit représentative de la distance dans l’espace des poses. Il est possible d’agir
à deux niveaux :

– Appliquer une transformation de l’image qui accentue les caractéristiques liées à la
pose et qui atténue les autres sources de variation telles que l’illumination, les expres-
sions faciales et l’identité (cf. section 1.1 et 1.2).

– Choisir une mesure de ressemblance adaptée. La Cascia et al. introduisent par exemple
un terme qui modélise l’illumination dans la fonction de coût à optimiser [La Cascia
et al., 2000]. Everingham et Zisserman [2005] utilisent une distance de Chamfer sur
les contours orientés.

1.3.2 Méthodes par classification

L’idée principale est de regrouper par classe les visages de la base d’apprentissage qui
ont des orientations proches et d’utiliser une méthode d’apprentissage pour déterminer si un
visage inconnu appartient à cette classe d’orientation. Cette approche, illustrée par la figure
1.6, présente deux avantages par rapport aux méthodes par comparaison à des prototypes.
D’une part, le visage n’est pas comparé à tous les exemples de la base d’apprentissage mais
il est uniquement traité par les détecteurs spécifiques à chaque classe d’orientation. D’autre
part, le problème de ressemblance équivalente dans l’espace image et l’espace des poses
évoqué précédemment est pris en charge par l’algorithme d’apprentissage. La plupart des
algorithmes proposés dans cette partie sont capables de traiter conjointement les problèmes
de détection du visage et d’estimation de la pose, ce qui constitue un avantage certain sur
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les autres approches.

Image test

Détecteur visages -60°

Détecteur visages 0°

Détecteur visages 60°

Score : 0.9

Score : -0.5

Score : -0.8

Figure 1.6 – Les méthodes par classification : un détecteur est appris par classe d’orien-
tation et la pose d’un nouveau visage est donnée par le détecteur ayant obtenu le meilleur
score.

Différentes techniques d’apprentissage ont été utilisées. Dans [Schiele et Waibel, 1995]
et plus récemment [Voit et al., 2007] chaque sortie d’un Perceptron Multicouche (MLP de
l’anglais Multi Layer Perceptron) correspond à une classe d’orientation. La sortie est active
lorsque le visage présenté en entrée correspond à cette classe. Gourier et al. [2007] entraînent
autant de réseaux de neurones qu’il y a de classes. Chaque réseau est une Mémoire Auto-
Associative Linéaire qui apprend à synthétiser en sortie, une image ressemblant à celle en
entrée. Si le visage en entrée a une orientation proche de celle des visages utilisés pour
l’apprentissage, les images en entrée et en sortie seront ressemblantes, sinon elles seront
différentes. La pose est alors donnée par le réseau qui a obtenu l’erreur de reconstruction la
plus faible. Dans [Féraud et al., 2001], le procédé est semblable mais chaque classe d’orienta-
tion est modélisée par un réseau auto-associatif non linéaire et la décision finale est donnée
par un MLP en fonction des sorties de chaque réseau. Sauquet et al. [2005] et Rowley et al.
[1998] font également appel à des réseaux MLP. D’autres techniques d’apprentissage sont
utilisées telles que la classification bayesienne [Wu et Toyama, 2000] ou les Séparateurs à
Vaste Marge (SVM) [Yan et al., 2001], [Li et al., 2004] [Ma et al., 2006a] [Guo et al., 2008].
Depuis le succès du détecteur de visages frontaux de Viola et Jones [2004], de nombreux
travaux ont cherché à étendre cette technique à la détection de visages multi-orientations
[Jones et Viola, 2003], [Wu et al., 2004], [Li et Zhang, 2004], [Huang et al., 2007a].

La solution la plus directe consiste à faire fonctionner plusieurs détecteurs en paral-
lèle (cf. figure 1.7(a)), chacun étant spécialisé pour une classe d’orientation [Baluja et al.,
2004], [Wu et al., 2004]. Cette architecture présente trois inconvénients majeurs. Le premier
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Figure 1.7 – Différentes architectures pour l’estimation de la pose par classification. (a) En
parallèle, (b) multi-classes, (c) avec routeur, (d) descendante.
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concerne la prise de décision finale puisque différents classifieurs peuvent répondre positive-
ment. Lorsque l’on peut associer une mesure de confiance à la sortie de chaque classifieur,
il est possible d’appliquer des règles simples de décision telles qu’une moyenne pondérée
ou la règle du « winner takes all » (la pose est attribuée en fonction du classifieur ayant
répondu avec le plus de certitudes) [Wu et Toyama, 2000] [Gourier et al., 2007] [Wu et al.,
2004]. Toutefois, trouver la relation entre la sortie des classifieurs et la pose n’est pas tou-
jours si évidente et certains ont recours à un MLP [Féraud et al., 2001] ou un SVM [Yan
et al., 2001]. Cet expert est également utilisé pour décider si l’image correspond ou non
à un visage. Le deuxième problème a trait à son efficacité puisque à chaque classification,
il faut faire appel à tous les classifieurs. Le partitionnement de l’ensemble d’apprentissage
constitue un autre inconvénient de cette architecture. En effet, il n’est pas évident de dé-
terminer les frontières des différentes classes puisque les changements de pose ne sont pas
discrets mais continus. De plus, le nombre d’exemples disponibles pour chaque classifieur
est inversement proportionnel au nombre de poses que l’on pourra discriminer.

Dans une architecture multi-classes [Schiele et Waibel, 1995] [Zhao et al., 2002] [Voit
et al., 2007], tous les exemples sont utilisés pour apprendre simultanément toutes les classes
d’orientation (cf. figure 1.7(b)). Toutefois le problème de la prise de décision reste ouvert
lorsque plusieurs sorties du classifieur répondent positivement. Schiele et Waibel [1995] et
Zhao et al. [2002] utilisent une représentation gaussienne en sortie ; non seulement la sortie
désirée est active, mais les sorties correspondant à des orientations proches sont également
actives avec une intensité moindre. Cela permet de prendre partiellement en compte la
continuité des valeurs de pose.

Une autre stratégie est d’inverser les étapes de détection de visage et d’estimation de
pose [Rowley et al., 1998] [Li et al., 2004]. Considérant que l’image en entrée est un visage,
l’algorithme estime sa pose et l’envoie au détecteur concerné qui décide si l’image correspond
effectivement à un visage (cf. figure 1.7(c)). Ainsi, un seul détecteur est requis à chaque
estimation. Rowley et al. [1998] estiment la rotation dans le plan et appliquent la rotation
inverse à l’image afin que le visage se retrouve dans une position canonique. Le même
détecteur de visages frontaux peut être utilisé pour n’importe quelle pose (cf. figure 1.8).
Le principal problème est que la fiabilité de ces méthodes repose sur les performances de
l’estimateur de pose en amont. De plus, l’approche de Rowley et al. ne peut pas s’étendre
aux rotations hors-plan du visage.

Jones et Viola [2003] proposent de diviser cette tâche en une succession de décisions
simples binaires structurée en arbre. Cette solution appartient aux approches descendantes
(coarse to fine en anglais) illustrée sur la figure 1.7(d). Il existe différentes stratégies des-
cendantes dans la littérature. Dans [Li et Zhang, 2004], par exemple, l’espace des visages
est subdivisé en sous-espaces de plus en plus réduits. Dans les premiers niveaux de la py-
ramide, les visages d’un sous-espace présentent de grandes variations de pose mais sont
traités comme un ensemble afin d’extraire leurs caractéristiques communes et de les dif-
férencier des non-visages. Dans les étages inférieurs, les caractéristiques sélectionnées sont
discriminantes par rapport à la pose du visage. A chaque étage de la pyramide, les visages
sont soit considérés comme des non-visages, soit transmis à tous les classifieurs du niveau
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Figure 1.8 – Architecture par routeur proposée par Rowley et al. [1998].

suivant. Huang et al. [2007a] proposent une solution intermédiaire dans laquelle le visage à
analyser est transmis à un nombre variable de détecteurs de l’étage suivant. La figure 1.7(d)
présente une arborescence générique pour les stratégies « approche-précision » qui ne tient
pas compte de toutes les subtilités structurelles exposées dans [Huang et al., 2007a].

Table 1.2 – Comparaison des différentes architectures présentées dans la figure 1.7

Parallèle Multi-classes Routeur approche-précision
Partitionnement des données – – ++ – – +
Temps de calcul – – ++ ++ +
Simplicité de mise en oeuvre ++ ++ ++ – –
Précision – – – – – –
Détection de la tête + – – + ++

Le tableau 1.2 synthétise les points forts et les points faibles de chaque architecture. Les
méthodes par classification sont performantes car elles s’appuient sur des méthodes d’ap-
prentissage robustes et éprouvées telles qu’AdaBoost ou les SVM. De plus, elles combinent,
pour la plupart, deux tâches distinctes : la détection de visages et l’estimation de la pose.
Cette dernière propriété peut toutefois être un problème car les deux tâches s’opposent ;
la détection cherche à séparer les visages des non-visages en s’appuyant sur des caractéris-
tiques partagées par tous les visages quelle que soit l’orientation alors que l’estimation de
pose cherche justement à les différencier. Osadchy et al. [2007] ont proposé une méthode
d’unification des deux tâches. Un réseau de neurones à convolution apprend à projeter un
visage sur une variété paramétrée par la pose et à garder les non-visages le plus éloigné
possible de cette variété.

1.3.3 Méthodes par régression

Nous avons vu dans la partie précédente que le principal problème était le partition-
nement des données. L’objectif des approches par régression est d’apprendre une relation
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fonctionnelle entre l’apparence d’un visage et sa pose. Ce principe est illustré par la figure
1.9. La relation est modélisée à partir d’un ensemble d’apprentissage étiqueté et fournit
une estimation continue de la pose pour n’importe quel nouveau visage. Cette tâche est
complexe car il s’agit d’approximer une fonction fortement non-linéaire dans un espace de
grande dimension.

Pose

Image
-60°

Base

Apprentissage

Images tests

+90°

Relation fonctionnelle

apprise par le régresseur

Figure 1.9 – Les méthodes par régression non-linéaire visent à apprendre une relation
fonctionnelle entre l’apparence d’un visage et sa pose.

Li et al. [2004], Murphy-Chutorian et al. [2007] ou Guo et al. [2008] utilisent avec succès
une Support Vector Regression (SVR) pour apprendre cette fonction. Li et al. filtrent au
préalable l’image par un opérateur de Sobel et réduisent la dimension des images filtrées
par une ACP. Murphy-Chutorian et al. utilisent la même méthode de représentation que
SIFT [Lowe, 2004], une concaténation d’histogrammes des orientations de contours pour
différentes zones de l’image.

La régression est le plus souvent apprise par un réseau de neurones. Voit et al. [2007]
entraînent un MLP (cf. section 1.5.2) ; l’activation d’une sortie est proportionnelle à l’am-
plitude de la rotation sur un des degrés de liberté de la tête.

Rae et Ritter [1998] utilisent une LLM (Locally Linear Map) pour apprendre la rela-
tion entre l’espace image et l’espace des poses. L’idée est de subdiviser l’espace d’entrée en
régions représentées par des prototypes et d’apprendre une relation linéaire entre la dis-
tance d’un exemple à ce prototype et les paramètres de pose (figure 1.10). Le processus
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d’estimation de la pose d’un visage inconnu consiste à chercher le prototype le plus proche
et d’appliquer la régression linéaire correspondante. Cette approche a été étendue à des
exemples dont la dimension à été réduite par une ACP [Bruske et al., 1998] et à des visages
représentés par des ondelettes de Gabor [Krüger et Sommer, 2002].

Figure 1.10 – Architecture d’un réseau LLM tirée de [Rae et Ritter, 1998].

Certaines méthodes n’apprennent pas la relation entre l’image et l’espace des poses
mais une projection entre l’espace image et un sous-espace de faible dimension. Dans [Hu
et al., 2005], un réseau RBF (Radial Basis Function) apprend la projection sur une variété
à deux dimensions trouvée par Isomap. De même, Balasubramanian et al. [2008] utilisent
un GRNN (Generalized Regression Neural Network) pour apprendre la projection vers un
espace réduit.

Les méthodes par régression sont rapides à calculer, n’ont besoin que d’images de visages
cadrés (par opposition aux méthodes de classification qui nécessitent également des contre-
exemples) et sont les méthodes globales les plus précises [Murphy-Chutorian et Trivedi,
2009]. Toutefois, ces méthodes réalisent une estimation de la pose indépendamment de
l’étape de détection du visage et sont dépendantes de la qualité de ce cadrage.

1.4 Jeux de données

1.4.1 Pointing 04

Pointing 04 [Gourier et al., 2004a] est une base de données publique disponible sur In-
ternet 2. Elle a été constituée à l’occasion du Workshop ICPR 3 Pointing 04 : Workshop
on Visual Observation of Deictic Gestures. Elle a également été utilisée pour évaluer les
méthodes d’estimation de la pose de la tête lors de l’évaluation CLEAR 07 : International
Evaluation on Classification of Events Activities and Relationships. Elle contient 15 per-
sonnes photographiées dans 93 poses différentes. Ce processus a été répété deux fois par
personne à des moments différents. Il en résulte deux séries de données. La première est

2. http ://www-prima.inrialpes.fr/Pointing04/data-face.html
3. International Conference on Pattern Recognition
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réservée à l’apprentissage et le seconde aux tests. Il y a de grandes variations entre les
individus : hommes/femmes, avec/sans lunettes, différentes couleurs de peau, moustaches
et barbes... La pose est déterminée par les angles pan et tilt. L’angle pan varie de -90° à
+90° et l’angle tilt varie de -60° à +60°. La figure 1.11 illustre la variété de la base.

Figure 1.11 – Echantillon d’images de la base Pointing.

L’étiquetage est obtenu en demandant aux personnes de regarder des marqueurs répartis
dans la pièce. Ce mode opératoire induit une incertitude sur la vérité terrain de l’order de
15° (cf. figure 1.12) puisque la direction du regard ne coïncide pas toujours avec la direction
de la tête.

Figure 1.12 – Incertitude sur l’étiquetage des données : entre chaque paire d’images, la
variation supposée d’angle est de 15°.

1.4.2 FacePix

FacePix [Little et al., 2005] est le second jeu de données que nous utilisons pour nos tests.
Il s’agit d’une base de données publique constituée par le Center for Cognitive Ubiquitous
Computing (CUbiC) de l’université de l’Arizona, disponible gratuitement sur Internet 4.
Elle est composée de trois ensembles de données : un ensemble contient des variations de

4. http ://www.facepix.org/
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prises de vue, les deux autres présentent des variations d’illumination. Chaque ensemble
est formé de 181 images (représentant des variations d’angle de -90° à +90° avec un pas
de 1°) de 30 personnes différentes. Chaque image est de taille 128 × 128 pixels. Les images
sont normalisées de manière à ce que tous les yeux soient alignés verticalement et que la
distance en pixels entre les yeux et la bouche soit constante pour tous les individus. De
plus, les visages sont centrés horizontalement afin que les yeux, le nez et la bouche restent
au centre de l’image. Cette dernière contrainte est très subjective, en particulier lorsque le
visage est de profil et l’on observe des différences entre individus.

Dans l’expérience proposée à la section 3.7 page 75, nous avons utilisé uniquement un
ensemble de données présentant des variations de pose de -90° à +90° avec un pas de
5° (cf. figure 1.13). 20 visages ont été sélectionnés aléatoirement pour l’apprentissage, 6
pour les tests, et 3 pour la validation. L’acquisition est effectuée à l’aide d’une caméra en
rotation autour d’un visage fixe. Le processus d’étiquetage des données est donc précis.
Contrairement à Pointing 04, seul l’angle horizontal varie.

Figure 1.13 – Echantillon de poses de la base FacePix avec un pas de rotation de 5°.

1.5 Méthodes de comparaison

Dans la section 1.5.2, nous présentons les méthodes proposées lors de la campagne
d’évaluation CLEAR 2006 que nous prendrons comme références pour situer notre approche.
Nous nous comparons également à un réseau de neurones à convolution dont l’architecture
est présentée à la section 1.5.1.

1.5.1 Réseau de Neurones à Convolution

Nous avons entraîné un réseau de neurones à convolution (CNN de l’anglais Convo-
lutional Neural Network) proposé initialement par Le Cun et al. [1990]. Ce choix a été
motivé principalement par deux raisons : il intègre implicitement une phase d’extraction de
caractéristiques et il a été utilisé avec succès dans de nombreuses applications [Garcia et
Delakis, 2004; Le Cun et al., 1998; Osadchy et al., 2007]. Le CNN est un réseau multicouche
bioinspiré [Hubel et Wiesel, 1962] qui combine trois idées principales : les champs récep-
teurs locaux, les poids partagés et le sous-échantillonnage. Dans une architecture classique,
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chaque cellule des couches de convolution est connectée à un ensemble de cellules regrou-
pées dans un voisinage rectangulaire sur la couche précédente. Les champs récepteurs locaux
permettent d’extraire des caractéristiques basiques tels que des contours par exemple. Les
couches sont dites « à convolution » car les poids sont partagés et chaque cellule de la
couche réalise la même combinaison linéaire (avant d’appliquer la fonction sigmoïde) qui
peut être vue comme une simple convolution. Ces caractéristiques sont alors combinées à
la couche suivante afin de détecter des caractéristiques de plus haut niveau. Entre deux
phases d’extraction de caractéristiques, le réseau réduit la résolution de la carte des carac-
téristiques par un moyennage et un sous-échantillonnage. Cette réduction se justifie à deux
titres : diminuer la taille de la couche et apporter de la robustesse par rapport aux faibles
distorsions. La figure 1.14 décrit l’architecture que nous avons développée en suivant les
recommandations de Simard et al. [2003].

Figure 1.14 – Architecture de notre réseau de neurones à convolution

Le réseau est entraîné avec un algorithme classique de rétropropagation. Nous avons
utilisé un pas adaptatif et une régularisation du gradient par un momentum.

1.5.2 Méthodes de l’évaluation CLEAR 2007

Nous présentons dans cette partie, les méthodes proposées lors de la campagne d’évalua-
tion CLEAR’07 [Stiefelhagen et Garofolo, 2007]. Trois méthodes ont obtenu des résultats
sur la base Pointing 04 et serviront de références pour comparer nos algorithmes.

1.5.2.1 Approche par un perceptron multicouches (MLP, Multi Layer Perceptron)

Voit et al. [2007] proposent une approche en deux étapes. Dans un premier temps,
un classifieur détecte les pixels de teinte chair. Il s’agit d’un classifieur dont la frontière de
décision est linéaire dans l’espace colorimétrique Teinte Saturation Valeur (HSV, de l’anglais
Hue Saturation Value). La zone du visage correspond à la boîte englobante de la plus grande
composante connexe. Dans un second temps, la pose de la tête est estimée par un réseau
MLP. L’image du visage est redimensionnée en 64× 64 pixels, convertie en niveaux de gris
et l’histogramme est égalisé. On extrait une carte des modules des gradients de l’image.
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L’entrée du réseau de neurones correspond à la concaténation de l’image du visage et de
la carte des modules. Le réseau a une sortie par angle à estimer. La figure 1.15 illustre
l’architecture du MLP.

Figure 1.15 – Architecture du réseau MLP proposée par Voit et al. [2007].

1.5.2.2 Approche par des mémoires auto-associatives linéaires (MAAL)

Gourier et al. [2007] séparent également l’étape de détection du visage de celle d’esti-
mation de la pose. La première étape, décrite en détail dans [Gourier et al., 2004a] consiste
à détecter les pixels de teinte chair par une décision bayesienne. La densité de probabilité
conditionnelle d’un pixel d’appartenir à une région de peau peut être estimée en utilisant
un histogramme de la chrominance. Le calcul de la chrominance (r, g) d’un pixel (x, y) est
effectué en normalisant les composantes rouge et verte du vecteur de couleur (R,G,B) par
son intensité lumineuse R+G+B. La probabilité p((x, y) ∈ Peau|r, g) pour un pixel (x, y)
de chrominance (r, g) d’être de teinte chair est donnée par :

p((x, y) ∈ Peau|r, g) = Histogrammepeau(r, g)
Histogrammeimage(r, g) (1.8)

Les probabilités sont calculées pour tous les pixels de l’image. Les premiers et deuxièmes
moments de ces cartes de probabilités donnent la position et l’orientation et le facteur
d’échelle du visage dans le plan image. Le visage est alors normalisé en taille et en inclinaison
dans une vignette de 23× 30 pixels en niveaux de gris (cf. figure 1.16)

Figure 1.16 – Détection et normalisation des visages proposées par Gourier et al. [2004a]

Dans une deuxième étape, une MAAL est apprise par orientation. Ainsi, lorsqu’on pré-
sente en entrée une image x dont la pose p correspond à celle apprise par la MAAL, l’image
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reconstruite xp en sortie sera très semblable à x. Le processus d’estimation de pose consiste
donc à sélectionner le réseau qui maximise la ressemblance entre l’image source et l’image
reconstruite :

Pose = arg max
p

(cos(x,xp)) (1.9)

1.5.2.3 Approche par un modèle tensoriel

Cette méthode a été proposée par Tu et al. [2007]. Pendant la phase d’apprentissage,
le bout du nez de chaque visage est localisé manuellement et une vignette de taille 18× 18
pixels est extraite autour de cette position. Les vignettes de la base d’apprentissage sont
organisées dans un tableau de dimension 324 × 15 × 13 × 7 correspondant respectivement
au nombre de pixels, d’identités, de variations de l’angle pan, et de variation de l’angle
tilt (cf. figure 1.17(a)). Le modèle tensoriel, illustré sur la figure 1.17(b) est créé à l’aide
d’une analyse en composantes indépendantes multilinéaire, comme proposé par Vasilescu
et Terzopoulos [2005].

(a) (b)

Figure 1.17 – Construction du modèle tensoriel. (a) Organisation matricielle des vignettes.
(b) Modèle tensoriel proposé par Vasilescu et Terzopoulos [2005]

En test, le visage est grossièrement localisé à l’aide du modèle de teinte chair proposé par
Jones et Rehg [2002] et la pose est inférée en projetant l’image sur le modèle tensoriel (cf.
figure 1.18). La localisation est affinée en maximisant la corrélation entre l’image extraite
et l’image reconstruite à l’aide du modèle tensoriel. Pour finir, la pose est affinée par un
algorithme du plus proche voisin dans un espace réduit par une analyse en composante
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principale (ACP).

Figure 1.18 – Illustration de l’estimation de la pose par projection sur le modèle tensoriel
tirée de Tu et al. [2007]

Il existe d’autres méthodes qui ont été testées sur la base pointing 04 [Li et al., 2007b],
[Stiefelhagen, 2004] mais nous ne les prenons pas en compte dans nos comparaisons car elles
ne suivent pas le protocole défini pour l’évaluation CLEAR. Dans [Stiefelhagen, 2004] par
exemple, 80% des exemples sont utilisés en apprentisssage, 10% en validation et seulement
10% en test. Li et al. [2007b] utilisent toute l’image et ne pré-sélectionnent pas la zone du
visage. Par ailleurs leurs résultats sont moins bons quelle que soit la méthode de réduction
de dimension envisagée.

1.5.3 Conclusion

Dans ce chapitre consacré à l’état de l’art, nous avons décrit la chaîne de traitement
des méthodes globales d’estimation de la pose de la tête. Nous avons focalisé notre analyse
sur l’étape de représentation des images et l’étape de décision que nous avons divisée en
trois catégories : les approches par comparaison avec des prototypes, par classification et
par régression.

L’état de l’art a révélé la simplicité de mise en œuvre et le caractère intuitif des méthodes
par comparaison avec des prototypes. Nous proposerons dans le chapitre suivant, la mise
en œvre d’une telle technique.

Nous nous sommes également intéressé aux méthodes par régression car elles sont à la
fois rapides et plus précises que les autres approches globales. Le chapitre 3 décrira notre
méthode et montrera son efficacité sur les jeux de données que nous venons de présenter.
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Chapitre 2

Estimation de la pose par
comparaison avec des images de

synthèse

2.1 Approche proposée

La plupart des méthodes présentées dans l’état de l’art nécessitent une phase d’appren-
tissage gourmande en temps de calcul et en nombre de données. Nous nous sommes donc
tournés vers les méthodes par comparaison avec des prototypes qui nous dispensent de la
phase d’apprentissage. Cette approche nécessite toutefois la constitution d’une large base
de données de visages présentant de grandes variations de poses, d’identités, d’illuminations
et d’expressions faciales [Grujic et al., 2008]. Nous contournons ce problème en générant
une base de données d’exemples synthétiques. A partir d’une image frontale de la personne
et d’un ensemble de points caractéristiques identifiés sur le visage, nous estimons les para-
mètres morphologiques et d’expression d’un modèle 3D et nous transférons la texture du
visage sur ce modèle. Dans cette première étape hors-ligne, nous pouvons ainsi générer un
ensemble de vues synthétiques de ce modèle. Nous estimons dans une seconde étape en
ligne, la pose du visage dans une image en le comparant aux images de synthèse précédem-
ment générées. Cette mesure de ressemblance s’appuie sur une mesure de distance entre
contours orientés. Cette méthode [Bailly et Milgram, 2008a] est illustrée en figure 2.1.

2.2 Constitution de la base de données

La constitution de la base de données d’images de synthèse nécessite la construction
d’un modèle 3D du visage. Nous proposons une méthode d’estimation des paramètres de
forme et de pose d’un modèle déformable à partir d’un ensemble de points 2D caractéris-
tiques identifiés dans une image monoculaire [Bailly et Milgram, 2008b]. De nombreuses
solutions ont été proposées et sont référencées dans la littérature sous le terme anglais de
Structure from Motion, Beardsley et al. [1997]; Cornou et al. [2002]). Tomasi et Kanade
[1992] ont développé une méthode par factorisation pour estimer les paramètres de forme
et de mouvements d’objets rigides dans des séquences d’images. Une Décomposition en
Valeurs Singulières (ou SVD de l’anglais Singular Value Decomposition) est appliquée à la
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Frontal labelled
real image

Recursive shape
and pose extraction

Synthetic image 
database creation

…

Test image

Select the nearest
synthetic face using

a specific metric

Online pose estimation

Offline synthetic database construction

Figure 2.1 – Principe général de l’estimation de la pose par comparaison avec des images
de synthèse

matrice qui regroupe l’ensemble des positions des points caractéristiques appariés dans un
ensemble d’images pour séparer les paramètres de forme des paramètres de mouvement.
Bregler et al. [2000] ont étendu cette méthode aux modèles déformables. Des recherches
plus récentes utilisent l’algorithme des ajustements de faisceaux [Triggs et al., 2000] pour
minimiser l’erreur de reprojection. L’optimisation s’appuie principalement sur la méthode
de Levenberg Marquart [Del Bue et al., 2007; Aanaes et Kahl, 2002], mais d’autres méthodes
telles que les algorithmes génétiques, sont également utilisées [Koo et Lam, 2008].

Nous nous intéressons plus spécifiquement aux cas où seule une image monoculaire est
disponible. Chaumont et Beaumesnil [2005] proposent un algorithme en deux passes. Dans
un premier temps, ils calculent une forme et une pose approximative en partant de l’hypo-
thèse que tous les points du visage sont dans un même plan. L’estimation des paramètres
du modèle est affinée dans un second temps en relâchant la contrainte de coplanarité sur
les points. On passe alors d’une projection affine à une projection perspective.

La méthode que nous proposons [Bailly et Milgram, 2008b] estime séparément les pa-
ramètres de pose et de forme du modèle. Ainsi la détermination des paramètres a une
solution analytique. Ces paramètres sont mis à jour itérativement, à la manière d’un algo-
rithme d’Expectation-Maximisation (EM).

2.2.1 Modèles paramétrés

Description du modèle : l’approche proposée s’applique à tous les modèles 3D possédant
une composante rigide et modulés par des vecteurs de déformation. Dans la littérature
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de nombreux modèles statistiques [Cootes et al., 1995] et géométriques [Ahlberg, 2001a]
répondent à cette contrainte. Soit x = (x1, . . . ,xi, . . . ,xN )T un modèle filaire constitué de
N points. (xi, yi, zi, 1)T correspond aux coordonnées homogènes du ième points du modèle.
Chaque occurrence de ce modèle s’exprime comme la combinaison d’un vecteur moyen 1 x
et la somme des M vecteurs de déformation vj pondérés par les paramètres σj :

x = x +
M∑
j=1

σjvj (2.1)

Matriciellement, ce modèle s’écrit :

x = x + Sσ (2.2)

Avec S une matrice 4N ×M contenant en colonne les vecteurs de déformation et σ un
vecteur contenant les paramètres de forme.

Le modèle Candide-3 : dans notre étude, nous avons utilisé le modèle Candide (figure
2.2) proposé par Ahlberg [2001a]. Ce modèle, couramment utilisé pour l’analyse et la syn-
thèse faciale [Chen et Davoine, 2006; Dornaika et Davoine, 2008; Weissenfeld et al., 2006],
est disponible publiquement sur Internet [Ahlberg]. Le maillage du modèle est constitué
de 113 sommets. Le modèle peut être déformé suivant 24 modes de déformation. 13 modes
définissent les caractéristiques morphologiques du visage (unités de forme) telles que la dis-
tance inter-oculaire, la largeur de la mâchoire ou la hauteur du front. 11 autres paramètres
régissent les expressions faciales (unités d’action) telles que l’ouverture de la bouche, le
haussement des sourcils ou le sourire. La figure 2.2 illustre l’effet de certains de ces modes
de déformation.

2.2.2 Estimation récursive de la pose et de la forme du modèle 3D

L’objectif de la méthode est de minimiser la somme des résidus de reprojection. Il s’agit
de la distance entre les points 2D identifiés u′ dans l’image et les points projetés u du
modèle 3D (cf. figure 2.3). Dans notre expérience, les points caractéristiques 2D ont été
sélectionnés manuellement mais ils peuvent être localisés automatiquement dans une image
frontale à l’aide d’un modèle actif de forme (ou ASM de l’anglais Active Shape Model) par
exemple [Cootes et al., 1995].

Cette minimisation nécessite d’estimer conjointement les paramètres de forme et de pose
du modèle. Dans un premier temps, nous estimons grossièrement les paramètres de pose par
l’algorithme POSIT 2 [Dementhon et Davis, 1995] en ne considérant que la partie rigide (le

1. Le vecteur moyen constitue la partie rigide du modèle. Dans le cas d’un modèle statistique, il s’agit
de la position moyenne des points du modèle pour l’ensemble des visages ayant servi à construire le modèle.

2. POSIT (Pose from Orthography and Scaling with ITeration) est un algorithme d’estimation des para-
mètres de rotation et de translation d’un objet par rapport au repère camèra. Ces paramètres sont estimés à
partir d’un ensemble de correspondances entre les points 3D de l’objet et leur projection sur le plan image.
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(a) (b) (c) (d) (e)

(f) (g) (h) (i) (j)

Figure 2.2 – Le modèle Candide-3 : La première ligne illustre des variations d’expressions
et la deuxième ligne montre des variations morphologiques.
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centre de la camera 

image

U’, point caractéristique 2D

modèle 3D

U, point projeté du modèle

Figure 2.3 – Principe général : trouver les paramètres de forme et de pose qui minimisent
l’erreur de reprojection.

modèle moyen x̄). Ainsi nous pouvons déterminer analytiquement les paramètres de forme
dans un second temps. La forme et la pose sont alors ré-estimées itérativement tant que
l’erreur de reprojection diminue.

1. Entrées :
– Points caractéristiques 2D u′

– Modèle 3D déformable x(σ)
2. Sortie :

– paramètres de forme σ

– paramètres de pose R, t
3. Initialisation :

– σ ← 0
4. Tant que l’erreur de reprojection e < ε (cf. eq. 2.4)

– estimation de la pose : (R, t)← POSIT(u′,σ)
– estimation analytique de la forme : σ ← calculeForme(u′,R,t)

5. retourne σ, R et t.

Figure 2.4 – Algorithme d’estimation itérative de la forme et de la pose.
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Chapitre 2. Estimation de la pose par comparaison avec des images de synthèse

2.2.2.1 Estimation de la pose du modèle

Nous ne disposons pas directement des positions 3D des points du modèle, mais uni-
quement de leur projection dans l’image. Dans le cas d’une transformation perspective, les
coordonnées ui = (ui, vi, 1)T d’un point projeté du modèle s’écrivent : sui

svi
s

 = K [R|t] xi (2.3)

Avec K la matrice des paramètres intrinsèques, R la matrice de rotation 3×3 et t le vecteur
de translation du visage par rapport au repère de la caméra. Les paramètres intrinsèques
sont supposés connus. Dans le cas contraire, ces paramètres peuvent être estimés grossière-
ment en fixant le point principal au milieu de l’image, en négligeant la distorsion de l’image
et en fixant arbitrairement la distance focale sans grande erreur de reconstruction [Cheong
et Peh, 2004].

R et t sont estimés par l’algorithme POSIT. Cet algorithme nécessite de connaître
la forme du modèle. Ce dernier est initialisé par sa valeur moyenne puis l’estimation des
paramètres de pose est affinée après chaque nouvelle estimation des paramètres du modèle.

2.2.2.2 Estimation des paramètres de forme du modèle

L’erreur de reprojection e entre les points images u′ et les points projetés u est donnée
par :

e =
∥∥u′ − u

∥∥2 (2.4)

En posant P = K [R|t], la matrice de projection perspective qui transforme un point 3D
xi en un point image ui et en exprimant x (equation (2.1)), σ est obtenu en minimisant
cette erreur :

σ∗ = arg min
σ

N∑
i=1

∥∥∥∥∥∥u′i −P(x +
M∑
j=1

σjvij)

∥∥∥∥∥∥
2

(2.5)

avec vij le jème vecteur de déformation du ième point du modèle.

En posant Q =


P 0

. . .
0 P

 l’équation précédente peut s’écrire matriciellement de

la manière suivante :

σ∗ = arg min
σ

∥∥u′ −Q (x + Sσ)
∥∥2 (2.6)

Ce qui équivaut à trouver σ tel que

u′ = Q (x + Sσ) (2.7)
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La solution de cette équation s’écrit :

σ = (QS)† (u′ −Qx) (2.8)

La pseudo inverse (QS)† est facilement calculée par une décomposition en valeur singu-
lière [Hartley et Zisserman, 2003]. Il est également possible de rendre le calcul plus robuste
en modulant l’impact de chaque point dans l’estimation des paramètres.

σ =
(
(QS)TW(QS)

)−1
(QS)TW(u′ −Qx) (2.9)

La matrice des poids W est estimée a priori en fonction de la confiance accordée à chaque
point. Elle peut aussi être estimée itérativement en fonction de l’erreur résiduelle comme
pour les moindres carrés repondérés itérativement [Lepetit et Fua, 2005].

Par ailleurs, la plupart des modèles ont des paramètres bornés afin de restreindre l’en-
semble des formes admissibles. Les paramètres qui dépassent ces limites sont projetés sur
l’espace admissible.

2.2.3 Conclusion

A l’issue de cette étape, nous avons adapté un modèle générique aux spécificités mor-
phologiques d’un individu. En utilisant l’image frontale du visage comme texture, nous
pouvons alors générer un ensemble de vues synthétiques de cette personne avec différentes
poses, expressions et illuminations. Le problème d’estimation de pose se ramène donc à
une mesure de ressemblance entre l’image du visage et les différentes images de la base de
données synthétiques.

2.3 Comparaison des images

2.3.1 Extraction des caractéristiques

Notre mesure de ressemblance s’appuie sur l’orientation des contours. Ils présentent
l’avantage d’être moins sensibles aux changements d’illumination que les niveaux de gris.
Les contours orientés ont souvent été utilisés avec succès en analyse faciale [Cootes et
Taylor, 2001; Le Gallou, 2007; Fröba et Küblbeck, 2002] ainsi que dans d’autres domaines
tels que la détection du type de véhicule [Petrovic et Cootes, 2004; Negri et al., 2006] ou
l’appariement d’images [Lowe, 2004]. Les gradients horizontaux Gh et verticaux Gv de
l’image I en niveaux de gris sont extraits par convolution avec un filtre de Sobel de taille
3× 3 :

Gh =

+1 0 −1
+2 0 −2
+1 0 −1

 ∗ I et Gv =

+1 +2 +1
0 0 0
−1 −2 −1

 ∗ I (2.10)
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En chaque pixel (x, y) de l’image, le module du gradient peut être approximé par :

G(x, y) =
√

Gh(x, y)2 + Gv(x, y)2 (2.11)

Pour ne conserver que les contours, on ne considèrera qu’un pourcentage des pixels de
plus fort module (typiquement, seuls 20% des pixels sont conservés).

On calcule ensuite l’orientation de chaque pixel de contour par :

θ = tan−1
(Gv(x, y)

Gh(x, y)

)
(2.12)

L’angle (modulo 2π) θ n’est pas pertinent pour comparer deux pixels de contour. En
effet, deux points proches sur le cercle trigonométrique peuvent avoir des angles associés
très différents (ε et 2π− ε par exemple). On adoptera donc l’approche couramment utilisée
qui consiste à représenter l’angle par son cosinus et son sinus.

Par ailleurs, le fond de l’image est inconnu et peut être plus foncé ou plus clair que le
visage. On souhaite pourtant que la signature qui caractérise le contour externe du visage
soit constante. Il suffit de rendre cette signature π-périodique en doublant la valeur de
l’angle comme dans [Cootes et Taylor, 2001].

Chaque pixel de contour sera alors représenté par un vecteur d’attributs défini par :

f i =


cos(2θi)
sin(2θi)
xi
yi

 (2.13)

Les valeurs xi et yi sont normalisées dans l’intervalle [−1 + 1].

2.3.2 Mesure de ressemblance

Une comparaison pixel à pixel n’est pas envisageable dans le cas d’objets déformables
tels que les visages. Notre mesure de ressemblance s’inspire de la distance de Hausdorff
[Rogers, 1999]. Pour chaque pixel de contour de l’image de synthèse, on calcule la distance
entre son vecteur d’attributs f js et chaque vecteur d’attributs f ir sélectionné dans l’image
réelle. La distance entre deux vecteurs d’attributs est définie par :

d(f1, f2) =
√

fT1 Wf2 (2.14)

Elle correspond à une distance euclidienne pondérée par la matrice W = diag(a, a, 1, 1) 3.
Le paramètre a est utilisé pour moduler l’impact de l’orientation du contour par rapport à

3. diag(a1, a2, . . . , an) est une matrice diagonale de taille n×n. Les scalaires a1, a2, . . . , an correspondant
aux éléments de la diagonale
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sa position. Cette distance est d’autant plus petite qu’il existe dans l’image réelle un pixel
de contour avec une orientation et une position semblable. Certains pixels de contour dans
l’image réelle peuvent être dus au bruit. On s’intéresse alors à la médiane des distances des
k pixels les plus proches. La mesure de ressemblance entre une image de synthèse Is et une
image réelle Ir est la somme de ces distances pour tous les points de contour de l’image de
synthèse. Elle s’exprime par :

D(Is, Ir) = 1
M

M∑
j=1

mediane
i∈E(j)

(
d(f js, f ir)

)
(2.15)

E(j) est l’ensemble des k plus proches voisins.

Nous ferons référence à cette métrique dans le reste du document sous le terme de
Mesure Elastique sur les Contours Orientés (MECO)

2.4 Résultats

2.4.1 Protocole expérimental

Nous présentons les résultats obtenus avec des images extraites de la base de données
Pointing 04. Le protocole expérimental consiste à prendre une image frontale réelle d’une
personne (IFR) et d’en extraire le modèle de synthèse. On considère ensuite une image
réelle de test (IRT) de la même personne dans une pose différente. On estime cette pose
et on la combine avec le modèle et la texture extraite à partir de l’IFR pour produire
l’image synthétique de vérité terrain (ISVT). On souhaite que l’IRT ressemble fortement
à l’ISVT et faiblement aux autres occurrences du modèle de synthèse. On veut donc que
D(ISV T, IRT ) < D(IS, IRT ). IS correspond aux images synthétiques dont l’orientation
diffère de la vérité terrain d’au moins 15°. Dans notre expérience nous avons généré 25
images autour de la vérité terrain avec un pas angulaire de 15° dans les directions pan et
tilt. On calcule la ressemblance de chaque image de synthèse à l’image réelle de test et on
ordonne les images par ordre décroissant. Le rang de l’ISVT nous renseigne sur la pertinence
de notre mesure de ressemblance. Le rang 1 signifie que l’ISVT ressemble le plus à l’image
réelle de test parmi toutes les images de synthèse.

2.4.1.1 Autres mesures de ressemblance

Nous avons comparé notre approche avec deux autres méthodes. La première [Petrovic
et Cootes, 2004] s’appuie également sur une représentation de l’orientation des gradients
mais la distance entre les points est calculée pixel à pixel. La seconde méthode [Tan et
Triggs, 2007] calcule une distance qui s’inspire de la distance de Hausdorff sur des Motifs
Locaux Binaires (LBP de l’anglais Local Binary Pattern). La mesure de ressemblance est
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donc proche de celle que nous proposons mais les caractéristiques extraites de l’image sont
différentes.

2.4.1.2 Méthode des square mapped gradient (SMG) [Petrovic et Cootes, 2004]

Chaque pixel de l’image est représenté par le cosinus et le sinus de l’orientation du
gradient. Tous les pixels sont pris en compte mais ils sont modulés par une fonction de
normalisation f :

(G′h(x, y),G′v(x, y)) = f (Gh(x, y),Gv(x, y))(cos(2θ), sin(2θ)) (2.16)

avec
f (Gh,Gv) = G

G + G
(2.17)

G est l’intensité moyenne des gradients de l’image. Les SMG sont calculés pour tous
les pixels du visage dans l’image de synthèse et concaténés pour former le vecteur de ca-
ractéristiques. La mesure de ressemblance est une distance euclidienne entre ce vecteur de
caractéristiques et celui extrait de l’image réelle à tester. Le nombre de pixels de visage
pouvant varier, la distance est normalisée par ce nombre de pixels.

2.4.1.3 Motifs Locaux Binaires (LBP de l’anglais Local Binary Patterns)

Les LBP [Ojala et al., 1996] sont des descripteurs locaux de textures souvent utilisés en
analyse de visages [Rodriguez et Marcel, 2006; Zhao et Pietikäinen, 2007]. Ils consistent à
prendre le voisinage local de chaque pixel et de le seuiller par la valeur du pixel central. Le
résultat du seuillage donne une combinaison de valeurs binaires. Dans le cas d’un voisinage
3× 3, on obtient un code à 8 bits.

Ojala et al. [2002] s’intéressent aux motifs qui n’ont, au plus, qu’une transition 0-1 et
1-0. Ces motifs sont dits « uniformes ». L’exemple de la figure 2.5 n’est pas uniforme puisque
qu’il y a deux transitions 0-1 et deux transitions 1-0. Parmi les 256 LBP possibles, seuls 58
sont uniformes mais ils représentent environ 90% des patterns de l’image.

Figure 2.5 – Illustration du descripteur LBP.

Les LBP peuvent être instables dans les régions homogènes de l’image, c’est-à-dire
lorsque les variations d’intensité par rapport au pixel central sont faibles. Tan et Triggs
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[2007] proposent les motifs locaux ternaire (LTP, de l’anglais Local Ternary Patterns), un
code à trois valeurs défini par :

s′(u, ic, t) =


1, u ≥ ic + t

0, |u− ic| < t

−1, u ≤ ic − t
(2.18)

ic est la valeur du pixel central. Les pixels du voisinage qui ont une intensité u semblable à
ic ± t, reçoivent le code 0. Le code 1 est attribué au pixels dont l’amplitude est supérieure
à ic + t et -1 pour une amplitude inférieure à ic − t (cf. 2.6).

Figure 2.6 – Illustration du descripteur LTP pour un seuil t = 5.

Afin de conserver un codage binaire similaire aux LBP, le LTP est séparé en deux
codes, l’un pour les valeurs positives et l’autre pour les valeurs négatives. Ainsi le code
(−1)1(−1)(−1)(−1)001 donnera 01000001 et 10111001.

La mesure de similarité associée aux LBP et LTP s’inspire de la distance de Hausdorff.
La distance entre deux images Is et Ir est définie par :

D(Is, Ir) =
∑

pixels pi de Is

w(dk(pi, pj)) (2.19)

Pour chaque pixel pi de Is, on calcule une fonction w de la distance euclidienne dk par
rapport au pixel pj de Ir le plus proche dont le code k est le même que pi. w est une fonction
linéaire à seuil w(x) = min(x, τ). Le seuil τ est égal à 6 pixels dans notre expérience.

2.4.2 Résultats

Les visages de la figure 2.7 sont les images frontales réelles (IFR) utilisées pour extraire
le modèle.

Figure 2.7 – Images frontales réelles (IFR)

Les images de la figure 2.8 correspondent aux images réelles de test (IRT) utilisées pour
évaluer les différentes mesures de ressemblance.
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Figure 2.8 – Images réelles de test avec différentes poses et différentes illuminations.

Le tableau 2.1 regroupe les résultats obtenus. Le numéro correspond au rang de l’image
de synthèse de vérité terrain (ISVT) parmi toutes les images de synthèse (IS) générées.
Un rang élevé signifie qu’il y a des images de synthèse avec la mauvaise orientation qui
ressemble plus à l’image de test que l’image de synthèse avec la bonne orientation.

# IRT 1 2 3 4 5 6 7 8 9 10
MECO 2 3 1 2 1 2 3 1 3 1
SMG 2 3 2 5 1 2 2 2 4 4
LBP 3 5 2 5 3 5 4 2 4 5
LTP 3 5 2 5 3 5 4 1 4 5

Table 2.1 – Rang de l’image de synthèse de vérité terrain. La mesure de ressemblance est
d’autant plus pertinente que le rang est petit.

Notre mesure de ressemblance (MECO) obtient les meilleurs résultats pour l’ensemble
des visages considérés à l’exception de la 7ème image (l’image est classée 3ème avec MECO
et 2ème avec SMG). Le rang moyen est de 1.9 avec notre mesure contre 2.7, 3.7 et 3.8 avec
SMG, LTP et LBP respectivement. On peut également remarquer que pour 40% des images,
notre mesure donne la bonne réponse et que 100% des ISVT ont un rang inférieur ou égal à
3. SMG, la deuxième meilleure mesure obtient seulement 10% et 70% pour ces deux critères.
La figure 2.9 montre un exemple de résultats obtenus avec les différentes mesures. Les deux
premières images correspondent à l’image de test et l’image de synthèse la plus adaptée. Les
quatre autres images sont celles sélectionnées par les différentes mesures de ressemblance
testées.

RTV SGT MECO SMG LBP LTP

Nearest faces obtained by

Figure 2.9 – Exemple d’un résultat obtenu avec les différentes mesures de ressemblance.
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2.5 Limites et perspectives

Temps de calcul Il est proportionnel au nombre d’exemples dans la base de synthèse ce
qui peut être un problème si on souhaite modéliser de grandes variations d’illumination, de
pose et d’expression. On pourrait imaginer une structuration de la base de données sous la
forme d’un arbre par exemple [Nister et Stewenius, 2006].

Limites du modèle de synthèse Le modèle de synthèse utilisé présente des limites géo-
métriques et de textures. En effet, la texture est extraite d’une seule image frontale de la
personne. Si l’éclairage introduit un artéfact (une tache spéculaire ou une surexposition
d’un côté de l’image par exemple), la texture sera fausse et pourra donner de mauvais ré-
sultats. Une solution à ce problème consiste à prendre plusieurs images et à les combiner
pour construire la texture à la manière d’un Modèle Actif d’Apparence [Edwards et al.,
1998] (AAM de l’anglais Active Appearance Model) par exemple. Les limites sont égale-
ment géométriques ; le modèle n’utilise qu’une centaine de points et le pouvoir d’expression
est relativement faible. Par ailleurs, Candide ne modélise pas la tête mais uniquement le
visage. Le nombre de pixels dans les images de profil est donc insuffisant. Nous devons
peut-être envisager l’utilisation d’un autre modèle de tête plus sophistiqué.

Précision En théorie, il suffit de diminuer le pas d’échantillonnage des poses de la base
de données pour augmenter la précision ; pour des variations de pose de quelques degrés, la
mesure de ressemblance n’est plus suffisamment discriminante et les variations d’expression
et d’illumination deviennent prépondérantes.

Localisation de la tête Notre mesure de ressemblance est sensible aux erreurs sur la
position et le facteur d’échelle du rectangle englobant produit par le détecteur de visage.
Nous pourrions envisager une minimisation de la mesure de ressemblance en fonction des
paramètres de translation et de changement d’échelle.

2.6 Conclusion

Nous avons présenté une méthode d’estimation grossière de pose par modèle d’apparence
qui s’appuie sur une comparaison avec des visages de synthèse. L’intérêt principal de cette
méthode est qu’elle ne nécessite ni phase d’apprentissage, ni base de données. Nous avons
proposé une méthode itérative d’extraction d’un modèle de synthèse à partir d’une image
frontale de visage dont les points caractéristiques ont été marqués. Nous avons également
proposé une mesure de ressemblance inspirée de la distance de Hausdorff sur les contours
orientés. Elle a été comparée avec deux autres mesures de ressemblance et a obtenu de
meilleurs résultats sur les échantillons testés.
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Toutefois, cette approche a montré des limites importantes qui nous ont amenés à re-
considérer l’utilisation d’une base de données pour apprendre la relation entre l’apparence
d’un visage et sa pose. Nous présentons donc, dans le chapitre suivant, une approche par
régression non linéaire d’estimation de la pose du visage.
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Chapitre 3

Estimation de la pose par régression
non linéaire

Nous proposons une méthode pour apprendre la relation entre l’apparence d’un visage
et sa pose. Pour y parvenir, on dispose d’une base d’images. Chaque instance de la base est
décrite par un vecteur de caractéristiques (ou attributs) et un label correspondant à la pose.
La tâche de l’algorithme est d’apprendre à un outil de prédiction, le régresseur, la relation
entre les attributs extraits de l’image et la pose de la tête. On peut utiliser directement
les niveaux de gris des pixels pour caractériser l’apparence des visages. On parle alors de
codage rétinien. Toutefois, le pixel n’est pas forcément le meilleur niveau de représentation
de l’information contenue dans l’image. De nombreuses méthodes en analyse de visages
utilisent des descripteurs d’image différents tels que les ondelettes de Haar [Viola et Jones,
2004], les ondelettes de Gabor [Wiskott et al., 1997], les motifs locaux binaires [Zhao et
Pietikäinen, 2007] ou les champs récepteurs gaussiens [Gourier et al., 2004b]. Le nombre
de descripteurs potentiels est considérable. Pris séparément, le pouvoir prédictif de chaque
descripteur peut être très faible ; notre problème consiste alors à trouver la combinaison des
descripteurs adaptée pour :

– La tâche à effectuer : dans le cadre d’une tâche de détection de visages par exemple,
on cherchera des caractéristiques qui encodent des propriétés communes à tous les vi-
sages, alors que pour une application d’identification, on s’intéressera aux descripteurs
qui présentent le plus de variabilité d’un individu à l’autre.

– L’outil de prédiction utilisé : il est peu probable que l’ensemble optimal des des-
cripteurs pour un réseau de neurones soit optimal pour un arbre de régression. Le
processus de sélection des descripteurs doit prendre en compte les spécificités du pré-
dicteur.

3.1 Processus de sélection des descripteurs

Dans cette partie, nous abordons les quatre étapes principales du processus global de
sélection de descripteurs suivantes (cf. figure 3.1) :

1. Sélection d’un sous-ensemble FS de descripteurs à évaluer parmi l’ensemble des des-
cripteurs disponibles F .

2. Evaluation du sous-ensemble sélectionné.
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3. Evaluation du critère d’arrêt.
4. Prise en compte des performances obtenues lors de l’évaluation pour guider le nou-

veaux choix du sous-ensemble de descripteurs (étape 1).

Figure 3.1 – Etapes du processus de sélection de descripteurs (version modifiée de la figure
proposée par Liu et Yu [2005]).

3.1.1 Recherche d’un sous-ensemble de descripteurs

Lors de cette étape, l’algorithme cherche dans l’espace des descripteurs un sous-ensemble
à évaluer. Les stratégies de recherche peuvent être regroupées suivant trois catégories :
complète, stochastique et séquentielle.

Recherche complète. Pour un ensemble constitué de N descripteurs, il existe 2N sous-
ensembles possibles. Il n’est donc pas envisageable de faire une recherche exhaustive d’un
sous-ensemble. Toutefois, différentes heuristiques d’optimisation combinatoire ont été pro-
posées pour limiter l’espace de recherche. Somol et al. [2004] ont recours à l’algorithme par
séparation et évaluation (Branch and Bound en anglais) par exemple.

Recherche stochastique. Les méthodes stochastiques sont bien adaptées à ce type de
problèmes puisqu’elles permettent d’explorer un vaste espace en un temps raisonnable.
Une solution simple proposée par Liu et Setiono [1996] s’appuie sur l’algorithme de Las
Vegas. Elle consiste à générer aléatoirement un sous-ensemble et à l’évaluer. S’il obtient
un meilleur score pour un nombre plus restreint de descripteurs que le meilleur ensemble
précédemment sélectionné, il devient le meilleur ensemble. Le nombre d’itérations de ce
processus est fixé préalablement par l’utilisateur. Dans cette méthode, seule la performance
de l’ensemble des descripteurs est conservée d’une itération sur l’autre. Dans de nombreuses
méthodes qui s’appuient sur les algorithmes génétiques [Siedlecki et Sklansky, 1989; Vafaie
et DeJong, 1993; Yuan et al., 1999; Farmer et al., 2004] un individu est une chaîne binaire
dont la taille correspond au nombre de descripteurs potentiels. Chaque bit est associé à
un descripteur ; un bit à ’1’ signifie que le descripteur est inclus dans le sous-ensemble à
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tester. A chaque itération les meilleurs individus de la population sont sélectionnés et sont
utilisés pour produire les individus de la nouvelle génération (descendants). Deux opérateurs
génétiques sont utilisés, le croisement et la mutation. Le croisement consiste à produire un
nouvel individu à partir d’attributs (la liste des descripteurs) sélectionnés aléatoirement sur
deux des meilleurs individus. La mutation modifie aléatoirement un ou plusieurs attributs
d’un individu. Cette stratégie permet d’explorer aléatoirement un vaste espace de recherche
tout en tenant compte des performances obtenues à chaque itération. Le recuit simulé est
également une méthode d’optimisation stochastique couramment utilisée [Lin et al., 2008;
Meiria et Zahavi, 2006] proche des algorithmes génétiques.

Recherche séquentielle. De nombreuses variantes des méthodes de hill-climbing ont été
proposées. Les approches Sequential Forward Selection sont souvent employées [Xiao et al.,
2009]. A chaque itération, on incorpore le descripteur qui optimise la fonction d’évaluation.
L’utilisation de l’algorithme AbaBoost [Freund et Schapire, 1997] par Viola et Jones [2004]
appartient à cette catégorie. A chaque étape, on sélectionne le descripteur et son classifieur
associé (appelé classifieur faible) qui minimise l’erreur de prédiction sur une base de données
en tenant compte des performances obtenues aux itérations précédentes. La classifieur final
(appelé classifieur fort) est une combinaison linéaire des sorties des classifieurs faibles. A
l’inverse, les méthodes Sequential Backward Elimination procèdent en retirant itérativement
un descripteur de l’ensemble initial. Il n’est parfois pas possible d’optimiser le score avec
un seul descripteur et l’algorithme reste prisonnier d’un minimum local. De nombreuses
solutions ont été envisagées pour limiter ce problème : certaines ajoutent ou retranchent
plusieurs descripteurs à la fois (generalized sequential forward/bacward selection), d’autres
en ajoutent L puis en enlèvent R (plus L take away R selection). Dans les méthodes floating
search L et R varient à chaque itération [Pudil et al., 1994; Nakariyakul et Casasent, 2009].

3.1.2 Evaluation du sous-ensemble

Quelle que soit la stratégie de recherche envisagée, chaque sous-ensemble généré doit être
évalué par un critère. On distingue souvent trois catégories de méthodes pour l’évaluation
[Guyon et Elisseeff, 2003; Liu et Yu, 2005] : les approches filter (par filtrage en français),
wrapper (par emballage en français) et les approches hybrides.

Les approches filter dissocient l’évaluation du sous-ensemble de l’outil de prédiction.
Seules les caractéristiques intrinsèques de l’ensemble d’apprentissage sont considérées. Des
mesures simples telles que l’information mutuelle ou la corrélation permettent de capturer
des dépendances entre les valeurs pour un descripteur et la sortie désirée. D’autres mesures
plus sophistiquées prennent en considération la redondance d’informations entre les descrip-
teurs [Kwak et Choi, 1999; Peng et al., 2005]. Cette approche est très efficace en temps de
calcul, mais elle présente un inconvénient : le régresseur n’est pas intégré dans le processus
de sélection [Kohavi et John, 1997].
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Les approches wrapper utlisent les performances de l’outil de prédiction pour quantifier
la pertinence du sous-ensemble de descripteurs sélectionnés. Les résultats obtenus sont sou-
vent meilleurs puisque le sous-ensemble ainsi sélectionné est adapté à l’outil de prédiction.
Cette approche est envisageable lorsque la complexité de l’algorithme d’apprentissage de
l’outil de prédiction est faible. Imaginons à présent une méthode de type Sequential Forward
Selection appliquée à un outil de prédiction plus complexe tel qu’un réseau de neurones.
A chaque nouvelle itération, il faudrait tester chaque descripteur comme nouvelle entrée
du réseau. Sélectionner M descripteurs parmi N nécessite environ N ∗M apprentissages.
Cette solution n’est donc pas viable lorsque le nombre de descripteurs potentiels est trop
important. Certaines solutions ont été proposées pour répondre à ce problème. Leyrit et al.
[2008] par exemple, proposent d’utiliser AdaBoost pour sélectionner les classifieurs faibles,
puis d’entraîner un séparateur à vaste marge (ou SVM de l’anglais Support Vector Ma-
chine) à partir des sorties de ces classifieurs. Toutefois, rien ne garantit que les descripteurs
sélectionnés par AdaBoost soient pertinents pour un autre outil de prédiction.

Les approches hybrides ont aussi été proposées [Van Dijck et Van Hulle, 2006; Xing et al.,
2001; Das, 2001; Yuan et al., 1999] afin de combiner les performances des approches wrapper
à la rapidité de calcul des approches filter. Dans [Yuan et al., 1999], un algorithme géné-
tique sélectionne un sous-ensemble de descripteurs en minimisant un critère d’incohérence
(inconsistency criterion). Deux instances sont incohérentes lorsque les vecteurs d’entrée (les
valeurs des descripteurs) sont identiques pour des sorties à prédire différentes [Almuallim
et Dietterich, 1994]. Le sous-ensemble sélectionné est ensuite élagué par un algorithme de
Sequential Backward Elimination. Van Dijck et Van Hulle [2006] proposent une première
étape de filtrage pour sélectionner des descripteurs utiles. Ils utilisent l’information mu-
tuelle entre les descripteurs et la sortie désirée pour sélectionner les descripteurs pertinents
et l’information mutuelle entre descripteurs pour identifier les redondances. Le choix de
descripteurs est ensuite affiné à l’aide d’un algorithme génétique qui sélectionne des entrées
adaptées pour un réseau de neurones.

3.1.3 Critère d’arrêt

L’algorithme de sélection de descripteurs doit définir les conditions d’arrêt du processus.
La plupart des méthodes suivent l’une de ces conditions [Liu et Yu, 2005] :

– L’ensemble des descripteurs a été entièrement exploré.
– Une des limites a été atteinte (nombre maximum d’itérations ou de descripteurs par
exemple).

– L’ajout ou la suppression de nouveaux descripteurs n’améliore pas les résultats.
– Les performances obtenues sont suffisantes pour la tâche envisagée.

A mesure que l’on ajoute de nouveaux descripteurs, la dimension de l’espace augmente.
Les méthodes peuvent donc être sensibles au sur-apprentissage, en particulier s’il y a peu
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d’éléments dans l’ensemble d’apprentissage par rapport à la dimension du vecteur de carac-
téristiques. On envisage donc souvent l’utilisation d’une base de cross-validation. Une autre
stratégie couramment proposée [Bishop, 1995; Xing et al., 2001; Zhou et al., 2005] consiste
à introduire un terme de régularisation dans la fonction de coût à optimiser. Les méthodes
de sélection de modèles qui s’appuient sur un critère analytique tels que AIC (An Informa-
tion Criterion de Akaike 1974) ou BIC (Bayesian Information Criterion de Schwarz 1978),
cherchent le meilleur compromis (au sens de ce critère) entre l’erreur d’estimation et la
complexité du modèle.

3.1.4 Boucle de rétrocontrôle

Le rôle de la boucle de rétrocontrôle est d’utiliser les informations de performance ob-
tenues lors de la phase d’évaluation pour orienter le choix des futurs descripteurs. Le rétro-
contrôle peut prendre des formes très variées. Dans le cas d’une recherche par algorithme
génétique par exemple, l’évaluation permet de sélectionner les meilleurs individus de la po-
pulation et de privilégier l’exploration dans le voisinage de ces individus. Dans une approche
de sélection par boosting, les performances de l’outil de prédiction pondèrent l’impact des
exemples dans le choix du descripteur suivant. Si un exemple qui a été mal prédit avec
l’ensemble des descripteurs sélectionnés, il devrait avoir plus d’importance dans le choix
du descripteur suivant. L’algorithme aura ainsi tendance à sélectionner des descripteurs
complémentaires.

3.2 Méthodes de Boosting pour la régression

Le boosting regroupe un ensemble de méthodes récentes d’apprentissage statistique pour
la classification et la régression [Freund et Schapire, 1997]. L’idée directrice est d’estimer
une valeur de sortie y en combinant la sortie de prédicteurs faibles hk, c’est-à-dire de
prédicteurs qui sont individuellement un peu meilleurs que le hasard. Dans sa forme la plus
simple, un prédicteur faible peut être assimilé à un descripteur comme dans [Cristinacce
et Cootes, 2007] par exemple. L’algorithme de boosting pourra alors être vu comme un
processus de sélection de caractéristiques. Le boosting sélectionne successivement chaque
prédicteur faible le plus performant pour une distribution particulière des poids sur les
exemples d’apprentissage. A chaque itération, la distribution des poids sur des exemples
est calculée en fonction de l’erreur aux itérations précédentes. AdaBoost (pour adaptive
boosting) [Freund et Schapire, 1997] est le premier algorithme de boosting qui introduit
une modification des poids associés aux exemples pour entraîner et sélectionner chaque
prédicteur.

Le boosting a été initialement proposé pour répondre à des problèmes de classification
mais quelques méthodes ont été proposées pour les problèmes de régression [Shrestha et
Solomatine, 2006]. Nous nous intéresserons plus particulièrement à cette deuxième caté-
gorie d’algorithmes. Le schéma 3.2 et l’algorithme 3.3 présentent les grandes étapes des
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méthodes de boosting pour la régression. Les principales différences entre les algorithmes
de la littérature concernent les points suivants.

Exemples Prédicteurs potentiels

Combinaison des sorties des prédicteurs

Figure 3.2 – Diagramme des méthodes de boosting

La fonction de coût ρ. La fonction de coût la plus souvent employée en régression est
l’erreur quadratique ρL2(y,F(x)) = (y − F(x))2 [Buhlmann et Yu, 2003; Friedman, 2001],
avec y le label associé à un exemple et F(x) sa valeur estimée. Drucker [1997] propose
d’utiliser au choix, une fonction linéaire ou exponentielle de l’erreur absolue de prédiction.
Cette dernière est également reprise par Zemel et Pitassi [2001]. M_TreeBoost [Friedman,
2001] utilise la fonction de coût de Huber issue des statistiques robustes [Huber, 2004].

Modification de la distribution des poids sur les exemples (leveraging). L’objectif de
la repondération est d’augmenter l’importance des exemples ayant conduit à de mauvaises
estimations, afin que l’algorithme se concentre sur ces exemples difficiles. Le poids w(t)

i

associé à un exemple i à l’itération t est donc naturellement lié à l’erreur ε(t−1)
i de prédic-

tion et à sa valeur à l’itération précédente w(t−1)
i . De nombreuses fonctions empiriques ont

été proposées. Dans AdaBoost.R2 par exemple, la relation entre le nouveau poids et l’er-
reur de prédiction est exponentielle comme pour AdaBoost. Avnimelech et Intrator [1999]
puis Shrestha et Solomatine [2006] utilisent un seuil associé à l’erreur de prédiction pour
différencier les exemples bien estimés des exemples avec une grande erreur de prédiction.
De cette manière, ils se rapportent à un problème de classification binaire bien maîtrisé.
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Le seuil doit toutefois être réglé manuellement. Dans les approches telles que GentleBoost
[Friedman, 2001] et SquareLev.R [Duffy et Helmbold, 2002], la distribution des poids reste
constante.

Modification des valeurs à prédire. On distingue deux catégories de méthodes. La pre-
mière [Zemel et Pitassi, 2001; Drucker, 1997; Shrestha et Solomatine, 2006] suit un schéma
classique de boosting en gardant la valeur cible constante pour chaque prédicteur à sélec-
tionner. Les méthodes de la seconde catégorie ([Friedman, 2001; Duffy et Helmbold, 2002;
Rätsch et al., 2000]) ne se limitent pas à une modification des poids sur les exemples, mais
modifient également les valeurs cibles yi. Elles s’apparentent aux forward stage-wise addi-
tive models de Hastie et Tibshirani [1990], qui sélectionnent séquentiellement les prédicteurs
pour réduire l’erreur résiduelle. Ces approches se différencient des méthodes classiques de
boosting car la distribution des poids sur les exemples n’est plus utilisée pour guider la
sélection de nouveaux prédicteurs et chaque prédicteur n’apprend pas la même fonction
[Zemel et Pitassi, 2001].

Combinaison des prédicteurs. La combinaison la plus souvent employée [Shrestha et Solo-
matine, 2006; Zemel et Pitassi, 2001] est la moyenne des réponses des prédicteurs pondérée
par un coefficient qui dépend de l’erreur associée au prédicteur. Drucker [1997] utilise la
médiane pondérée pour combiner les prédictions. La sortie des prédicteurs forts de type
forward stage-wise additive models est une somme pondérée des prédicteurs faibles.

3.3 Algorithme BISAR

Nous proposons une méthode hybride filter/wrapper [Bailly et Milgram, 2009b,a] pour
sélectionner les descripteurs d’image et apprendre la relation entre l’apparence d’un visage
et sa pose. Nos principales contributions sont :

– Le critère fonctionnel flou (FFC de l’anglais Fuzzy Functional Criterion) : un nouveau
filtre utilisé pour sélectionner les descripteurs pertinents.

– Une nouvelle stratégie de boosting qui sélectionne itérativement de nouvelles entrées
complémentaires pour le régresseur

A chaque exemple xi est associée une valeur de sortie yi que l’on souhaite prédire. Les
données sont séparées en un ensemble d’apprentissage, A, de validation V, et de test T .
Soit F un ensemble de descripteurs Hk (1 ≤ k ≤ N) que l’on peut calculer pour chaque
xi tel que hk,i = Hk(xi). F peut être très grand, plus de 10 000 éléments dans notre cas.
L’objectif de notre méthode est de sélectionner un sous-ensemble de descripteurs FS ⊂ F
adapté à un régresseur spécifique.

A l’initialisation, l’ensemble FS est vide. Nous sélectionnons un descripteur à l’aide
du critère fonctionnel flou que nous détaillerons dans une prochaine section (cf. 3.4.3). Ce
descripteur est ajouté à FS et, par conséquent, utilisé comme entrée d’un régresseur. Il est
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1. Entrées :
– Séquence de M exemples (xi, yi)
– Ensemble de prédicteurs faibles Hk

2. Sortie :
– Le prédicteur fort F (T )(xi)

3. Initialisation : t = 0
– Initialisation des poids sur les exemples w(0)

i

– Sorties à prédire {ui = yi}i=1...M

4. Iterations : t = 1 . . . T

– Apprendre (optionnel) et sélectioner le prédicteur H (t)
k qui minimise l’erreur εt pour

la fonction de coût ρ(ui,FT (xi)) pour tous les exemples :

ε(t) =
∑M

i=1 w
(t−1)
i ρ(ui,FT (xi))

– Mise à jour de la distribution des poids sur les exemples :
w

(t)
i = W (ε(t)

i , w
(t−1)
i )

– Mise à jour des valeurs de sortie à prédire par exemple :
u

(t)
i = yi − F (T−1)(xi)

ou u(t)
i = yi

5. Le prédicteur fort F (T )(xi) est une combinaison des sorties de prédicteurs faibles

Figure 3.3 – Algorithme général de boosting pour la régression

le meilleur parmi tous les descripteurs de F au sens du FFC sur l’ensemble d’apprentissage
A, mais l’erreur en sortie du régresseur est importante parce que l’information fournie par
un descripteur de bas niveau ne permet pas de prédire correctement la sortie. Cette erreur
est alors utilisée au travers d’un processus de boosting pour modifier l’impact de chaque
exemple dans le choix du descripteur suivant. Le poids d’un exemple dont la sortie est mal
estimée sera augmenté et inversement, un exemple avec une faible erreur de prédiction verra
son poids diminuer. Le FFC prendra le poids de chaque exemple de la base d’apprentissage
en compte à l’itération suivante et sélectionnera, par conséquent, un descripteur complé-
mentaire. Le régresseur sera ensuite entraîné en utilisant les deux descripteurs de FS et le
processus est répété jusqu’à ce qu’il n’y ait plus d’amélioration sur la base de validation V.

Notre méthode diffère principalement d’une méthode classique de boosting sur deux
points :

– La combinaison des descripteurs est apprise à chaque itération et ne dépend pas de
l’erreur aux itérations précédentes

– On ne cherche pas directement un descripteur qui minimise une fonction de coût
mais un descripteur qui minimise un critère indépendant du régresseur final en tenant
compte de la distribution des poids sur les exemples
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Exemples Prédicteurs potentiels

Prédicteur (Réseau RBF)

Sélection d’un

 descripteur 

par FFC

Sélection d’un

 descripteur 

par FFC

Sélection d’un

 descripteur 

par FFC

Figure 3.4 – Diagramme de notre méthode BISAR. Les parties en rouge sur le schéma
correpondent aux parties qui diffèrent d’un algorithme de boosting classique.

3.4 Descripteurs d’image et prétraitements

Les images de visages sont toutes redimensionnées pour donner des vignettes de 32×32
pixels, correspondant à peu près aux dimensions utilisées par d’autres méthodes globales.
Les images en couleur sont également converties en images noir et blanc et l’histogramme
est ajusté dynamiquement.

Nous utilisons les filtres de Haar illustrés dans la figure 3.6 comme descripteurs d’image.
Nous avons choisi ces descripteurs car ils ont donné de très bons résultats dans des domaines
connexes d’analyse de visages tels que la détection [Viola et Jones, 2004] et l’alignement
[Wu et al., 2008]. Ils sont par ailleurs simples et très rapides à calculer à l’aide de l’image
intégrale [Viola et Jones, 2004]. Nous utilisons également un autre type de descripteurs
correspondant à la différence entre la somme de pixels de deux régions rectangulaires non
contiguës. Il s’agit d’un sous-ensemble des descripteurs proposés par Li et Zhang [2004].
Les descripteurs sont paramétrés par quatre valeurs, x1, y1, dx et dy. Les valeurs x1 et y1
correspondent respectivement à la position horizontale et verticale du descripteur dans la
vignette du visage. dx et dy sont la hauteur et la largeur d’un des rectangles (cf. figure
3.6). Deux paramètres supplémentaires x2 et y2 sont nécessaires pour définir la position du
second rectangle des descripteurs de Li et Zhang [2004].
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1. Entrées :
– Séquence de M exemples (xi, yi)
– Ensemble de N prédicteurs faibles Hk

2. Sortie :
– Le régresseur Reg(xi)

3. Initialisation : t = 0

– Initialisation des poids w(0) = ( 1
M , . . . , 1

M ) et FS = ∅
– Calcul de Q utilisé dans l’estimation du FFC (cf. section 3.4.3) :

Qi = 1
N2

∑
j La(|hk,i − hk,j |).(1− Lb(|yi − yj |))

4. Iteration : t = 1 . . . Tmax

– Evaluation du critère FFC pour chaque descripteur :
FFC (Hk) =

∑
i w

(t)
i Qi

H (t) = arg min
Hk∈FS

FFC (Hk)

– Ajout du meilleur descripteur H (t) à l’ensemble des descripteurs sélectionnés. FS ←
FS ∪H (t) et F ← F\H (t).

– Apprentissage de Regt avec (h(1)
i , . . . , h

(t)
i ) l’entrée et yi la sortie désirée pour chaque

exemple xi.
– Estimation de l’erreur ε(t)

ε(t) =
∑

i |yi −Regt(xi)|
– Mise à jour des poids en utilisant une des stratégies de boosting proposées et l’erreur
ε(t) (cf. 3.6)

5. Le régressseur sélectionné au final est celui ayant obtenu la plus faible erreur de prédiction
sur l’ensemble de validation V au cours des Tmax itérations.

Figure 3.5 – Algorithme BISAR

3.4.1 Critère de sélection

L’algorithme BISAR nécessite un filtre pour sélectionner les descripteurs. Ce critère
doit être capable de mesurer la dépendance fonctionnelle entre un descripteur et la sortie à
prédire. On parle de dépendance fonctionnelle s’il existe une relation univoque qui associe
à toute valeur du descripeur, une valeur de sortie unique. De plus, cette mesure doit être
capable de prendre en compte des poids sur les exemples d’apprentissage. Nous présenterons
dans un premier temps l’information mutuelle (section 3.4.2) qui est très souvent utilisée
pour sélectionner des descripteurs. Dans un second temps, nous détaillerons le nouveau
critère fonctionnel flou (section 3.4.3).
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+ -

+ - + - ++
-

+
-
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+ -
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(x1,y1)

(x2,y2)

dy

dy

(a) (b) (c)

Figure 3.6 – Descripteurs d’image. (a) Un exemple de descripteur associé à une vignette
de visage. (b) Représentation des filtres de Haar. (c) Illustration des filtres proposés par Li
et Zhang [2004]

3.4.2 Entropie et information mutuelle

L’entropie mesure l’incertitude d’une variable aléatoire. Elle a été introduite par Shan-
non dans l’étude des canaux de communication. L’entropie d’une variable aléatoire discrète
X à valeurs dans X est définie par :

H (X) = −
∑
x∈X

p(x) log p(x) (3.1)

p(x) est la probabilité, p(x) = Pr{X = x}, x ∈ X .

L’entropie restante provenant de la variable aléatoire Y , si l’on connaît parfaitement la
seconde variable aléatoire X, est donnée par l’entropie conditionnelle :

H (Y |X) = −
∑
x∈X

∑
y∈Y

p(x, y) log p(y|x) (3.2)

On peut alors mesurer l’information mutuelle qui représente la dépendance statistique
de ces deux variables aléatoires, c’est-à-dire le gain sur l’incertitude de Y quand X est
connue.

I (X;Y ) = H (Y )−H (Y |X) (3.3)

L’information mutuelle peut être directement calculée par :

I (X;Y ) =
∑
x∈X

∑
y∈Y

p(x, y) log p(x, y)
p(x), p(y) (3.4)

Pour des variables aléatoires continues, l’information mutuelle est donnée par :
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I (X;Y ) =
∫

p(x, y) log p(x, y)
p(x)p(y)dxdy (3.5)

Le problème principal, ici, est d’estimer les densités de probabilité (ddp) p(x), p(y) et
p(x, y). Les approches non paramétriques sont largement utilisées lorsque l’on ne dispose
d’aucune information a priori sur la distribution à estimer. Battiti [1994] et Kwak et Choi
[2002b] approximent la ddp par un histogramme mais l’erreur d’estimation de l’information
mutuelle est grande. Nous avons préféré utiliser les fenêtres de Parzen qui donnent de
meilleurs résultats [Kwak et Choi, 2002a].

L’information mutuelle a été utilisée avec succès dans de nombreuses méthodes de sélec-
tion de descripteurs [Peng et al., 2005; Fleuret, 2004]. Nous présenterons une comparaison
entre l’information mutuelle et notre critère dans la partie 3.7.1. Toutefois, nous pouvons
déjà noter certaines limitations théoriques de l’information mutuelle :

1. Le calcul de l’information mutuelle repose sur l’estimation de la densité de probabilité.
Cette estimation est particulièrement délicate lorsque la dynamique de la distribution
est élevée (zones de densité très faible et zones de densité très grande).

2. L’information mutuelle est symétrique : I (X;Y ) = I (Y ;X). Dans notre cas on sou-
haite savoir si y dépend de x et pas l’inverse.

3. Dans notre algorithme, nous utilisons des poids sur les exemples pour moduler leur
importance. Le critère doit être capable de les prendre en compte. L’information mu-
tuelle devra donc être totalement recalculée pour chaque descripteur et pour chaque
itération de l’algorithme.

4. Les descripteurs de l’entrée et/ou de la sortie peuvent être vectoriels. La difficulté
de l’estimation de la densité de probabilité augmente exponentiellement avec la di-
mension de l’espace. Ce phénomène est connu sous le terme de malédiction de la
dimensionnalité (curse of dimensionality, Bellman 1961).

3.4.3 Critère Fonctionnel Flou

L’objectif de notre Critère Fonctionnel Flou (FFC de l’anglais Fuzzy Functional Crite-
rion) est de sélectionner des descripteurs permettant de prédire une valeur de sortie. Nous
avons identifié deux propriétés essentielles qui caractérisent l’adéquation d’un descripteur :

1. La relation entre la valeur d’un descripteur x et la sortie à prédire y doit être « idéa-
lement » fonctionnelle : pour toute valeur x, il existe une valeur de y et une seule. Il
est intéressant de noter que l’inverse n’est pas nécessaire.

2. La relation fonctionnelle doit être « lisse » : deux valeurs de descripteurs proches
doivent correspondre à des valeurs de sortie proches.

Notre critère devra donc évaluer la relation entre x et y. Soit P la proposition logique
« x1 et x2 sont proches » et Q la proposition logique « y1 et y2 sont proches ». S’il existe
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une relation fonctionnelle lisse entre x et y, alors l’implication logique P ⇒ Q est vraie. En
se référant à la table de vérité de l’implication logique, on trouve qu’elle est équivalente à
« ¬P or Q » et également à « ¬(P and ¬Q) ». Les valeurs x et y sont réelles ; nous utilisons
donc une formulation de type logique floue qui s’appuie sur des fonctions triangulaires
classiques [Zadeh, 1994] notées L définies par :

La(e) =
{

1− |e|a si |e| < a

0 sinon
(3.6)

Pour quantifier le fait que la proposition « x1 et x2 sont proches » est vraie, nous
prenons en compte la valeur retournée par La(|x1 − x2|). a est la largeur de la fonction
triangulaire dont le choix sera discuté dans la suite du document. Nous faisons de même
pour y. L’évaluation floue Z de notre implication P ⇒ Q s’écrit donc :

Z = 1 − La(|x1 − x2 |)(1 − Lb(|y1 − y2 |)) (3.7)

Pour construire notre critère nous devons additionner le résultat de l’évaluation floue Z
pour tous les quadruplets (x1, x2, y1, y2) :

FFC = 1
M 2

M∑
i=1

M∑
j=1

La(|xi − xj |)(1 − Lb(|yi − yj |)) (3.8)

La constante « 1 » et le signe « - » ont été retirés. La valeur minimale du critère
correspond donc au meilleur descripteur. De plus, nous divisons le critère par M2 afin de
le borner par [0 1].

Pour l’utiliser dans notre cas, nous remplaçons xi par hk,i, la valeur du kème descripteur
Hk associée au ième exemple xi. Par ailleurs, nous introduisons une fonction de pondération
sur les exemples w, telle que

∑N
i=1 wi = 1

FFC (Hk) = 1
M2

M∑
i=1

wi
M∑
j=1

La(|hk,i − hk,j |)(1− Lb(|yi − yj |)) (3.9)

On remarque que le comportement du critère FFC correspond bien à l’implication dé-
sirée, P ⇒ Q :

– Lorsque deux valeurs de descripteurs sont proches, La(|hk,i − hk,j |) tend vers 1.
– Si les sorties correspondantes sont proches, ce qui est souhaitable dans le cas d’une
relation fonctionnelle lisse, (1 − Lb(|yi − yj |)) tend vers 0 et le descripteur n’est pas
pénalisé.

– Par contre si les valeurs de sortie sont éloignées, (1 − Lb(|yi − yj |)) tend vers 1 et le
produit La(|hk,i−hk,j |)(1−Lb(|yi−yj |)) tend vers 1. Le descripteur est donc pénalisé
puisque l’implication P ⇒ Q n’est pas respectée.
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– Lorsque les valeurs des descripteurs sont éloignées, La(|hk,i−hk,j |) est nul. Donc, peu
importe les valeurs de sortie, le descripteur ne sera pas pénalisé.

Nous avons ainsi défini un critère qui mesure le niveau de dépendance fonctionnelle lisse
entre deux variables. Le processus de sélection des descripteurs consiste donc à minimiser
ce critère.

Un aspect très intéressant de la formulation (3.9) est que le FFC n’a pas besoin d’être
recalculé entièrement à chaque modification des poids sur les exemples. On peut calculer
une forme intermédiaire Qi du FFC et moduler celui-ci à chaque itération, par les nouveaux
poids associés aux exemples. L’équation (3.9) peut s’écrire :

FFC (Hk) =
M∑
i=1

wiQi (3.10)

avec :

Qi = 1
M2

M∑
j=1

La(|hk,i − hk,j |)(1− Lb(|yi − yj |)) (3.11)

Q peut être pré-calculé une seule fois

Ainsi le critère FFC dépasse les limites formulées au sujet de l’information mutuelle :
1. Le FFC n’a pas besoin d’estimer la densité de probabilité conjointe de x et y.
2. Le FFC n’est pas symétrique.
3. Le FFC peut être précalculé indépendamment des poids sur les exemples et évalué

très rapidement lorsque les poids sont connus.
4. Le FFC peut très facilement s’appliquer à des descripteurs ou des sorties de dimension

quelconque (cf. section 3.7.4).

3.4.4 Paramètres et normalisation du FFC

Le critère FFC nécessite l’estimation de deux paramètres a et b (équation (3.9)). Ils
modulent la largeur des fonctions triangulaires de l’équation (3.6) qui évaluent l’éloignement
entre deux valeurs. Ils doivent donc être sélectionnés avec soin.

Les valeurs de sortie yi sont les mêmes pour tous les descripteurs puisqu’elles sont
calculées sur les mêmes exemples. Par ailleurs, les valeurs sont bornées. On peut donc
choisir b comme une proportion fixe de cet intervalle. Si la distribution n’est pas uniforme,
un choix du paramètre b qui repose sur une analyse statistique des données est également
envisageable (une proportion de l’écart type par exemple).

Le choix du paramètre a est plus délicat car la dynamique peut varier d’un descripteur
à l’autre. Si on choisit une valeur de a différente pour chaque descripteur, ils seront dif-
ficilement comparables. Nous proposons de les normaliser en remplaçant les valeurs x des
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descripteurs par leur rang. Pour N exemple, rang(x)/N est toujours dans l’intervalle [0 1] et
les valeurs sont régulièrement espacées. Ainsi, le critère n’est pas indépendant par rapport
au paramètre a mais il est moins sensible à ce paramètre car la dynamique des descripteurs
est la même pour tous.

3.5 Régresseur

3.5.1 Réseaux de neurones à fonctions radiales

Le régresseur est le deuxième élément important de notre système. Nous nous sommes in-
téressés à différentes architectures de réseaux RBF (de l’anglais Radial Basis Function). Ce
sont des réseaux de neurones reconnus dans le domaine de l’interpolation [Girosi et Poggio,
1990] qui sont capables d’approximer n’importe quelle fonction [Park et Sandberg, 1991].
Un réseau RBF comporte une couche d’entrée, une couche cachée composée de neurones
à fonction radiale et une couche de sortie linéaire. La figure 3.7 représente l’architecture
générique d’un tel réseau.

Couche d'entrée Couche radiale Couche linéaire

Figure 3.7 – Architecture d’un réseau RBF correspondant à l’équation 3.12.

La relation entre un vecteur d’entrée x = (x1, . . . , xe, . . . , xE) et ys le sème neurone de
sortie est donnée par :

ys(x) =
C∑
c=1

λscφc(x) (3.12)

avec C le nombre de neurones sur la couche cachée, λsc, la contribution du cème neurone
caché à la sème sortie. La fonction d’activation du cème neurone caché φc(x) est donnée par
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une fonction sphérique radiale :

φc(x) = exp
(
−‖x− µc‖

2

2σ2
c

)
(3.13)

avec µc le centre de la fonction radiale, et σc sa largeur. Cette fonction radiale peut être
remplacée par une fonction Gaussienne de covariance Σc quelconque :

φc(x) = exp
(
−1

2(x− µc)TΣc(x− µc)
)

(3.14)

3.5.2 Apprentissage

L’apprentissage d’un réseau RBF se décompose en deux étapes. Une première phase
non supervisée vise à estimer les paramètres des fonctions radiales (µc et σc dans le cas de
fonctions radiales ou Σc dans le cas de fonctions Gaussiennes). Pendant la seconde phase
de l’apprentissage, les paramètres des gaussiennes sont figés pendant l’estimation des poids
de la couche de sortie.

De nombreuses solutions ont été proposées pour l’optimisation des fonctions radiales
[Bishop, 1995]. Nous avons choisi l’approche de Moody et Darken [1989] qui s’appuie sur
l’algorithme de coalescence (clustering en anglais) des K-means. Il s’agit d’une procédure
itérative d’estimation de la position de K centres qui reflètent au mieux la distribution
des exemples d’apprentissage. Soit xi un des N exemples. On souhaite trouver K vecteurs
représentatifs µc (prototypes), avec c = {1, . . . ,K}. L’algorithme cherche à partitionner
l’ensemble des exemples {xi}, en K ensembles disjoints Sc de Nc exemples, de manière à
minimiser :

J =
K∑
c=1

∑
i∈Sc

‖xi − µc‖ (3.15)

avec µc la moyenne des vecteurs d’exemple de l’ensemble Sc

µc = 1
Nc

∑
i∈Sc

xi (3.16)

Les K centres sont initialisés aléatoirement. A chaque itération on sélectionne pour
chaque exemple xi le centre µc le plus proche au sens de la distance euclidienne. On forme
ainsi de nouveaux ensembles Sc qui permettront d’estimer les nouvelles valeurs de µc.
Le processus prend fin lorsque les centres des groupes sont stables ou lorsque le nombre
maximum d’itérations est atteint. Les autres paramètres des fonctions radiales (σc ou Σc

par exemple) sont estimés à partir des exemples xi de chaque ensemble Sc correspondant.

Ces paramètres peuvent également être estimés par une méthode d’Espérance-
Maximisation (EM) [Dempster et al., 1977]. La matrice de covariance Σc est alors cal-
culée à chaque itération. Cette approche peut introduire de l’instabilité dans le processus
d’apprentissage, car la matrice de covariance est souvent mal conditionnée.
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Lorsque les paramètres des fonctions radiales sont fixés, on estime les poids λsc entre
la couche cachée et la couche de sortie. L’objectif est de minimiser l’erreur quadratique
entre la sortie estimée par le réseau ŷs et la sortie désirée ys sur la base d’apprentissage. La
relation (3.12) peut s’écrire sous forme matricielle :

ŷ(x) = Λφ (3.17)

avec Λ la matrice S × C des poids λsc et φ = (φ1, . . . , φC)T . On peut donc facilement
estimer des poids par une méthode d’inversion matricielle :

Λ = YΦ† (3.18)

avec Y contenant en colonne les vecteurs des sorties désirées pour chaque exemple et Φ
contenant en colonne les valeurs de sortie des fonctions de la couche cachée pour chaque
exemple.

3.5.3 Réseaux de neurones de régression généralisée

Nous avons également testé les réseaux de neurones de régression généralisée (GRNN
de l’anglais Generalized Regression Neural Network) que l’on peut considérer comme une
version simplifiée des réseaux RBF [Wasserman, 1993]. Chaque prototype de la couche
cachée correspond à un exemple de la base d’apprentissage et les poids entre les neurones de
la couche cachée et la couche de sortie sont les valeurs de sortie des exemples d’apprentissage.
Cela signifie que ce réseau ne nécessite pas de phase d’apprentissage. La largeur des fonctions
radiales σc est le seul paramètre. Il définit le degré de lissage de l’interpolation. Ce réseau
est très semblable aux interpolations exactes de Powell [1987]

3.6 Stratégie de boosting

Le réseau de neurones débute avec une seule entrée correspondant au meilleur descrip-
teur sélectionné par le FFC avec une distribution uniforme des poids sur les exemples. A
la deuxième itération, un nouveau réseau est entraîné avec deux neurones en entrée. La
nouvelle entrée correspond au meilleur descripteur sélectionné parmi tous les descripteurs
(à l’exception de celui déjà sélectionné) pour une distribution des poids qui dépend de
l’erreur du réseau à l’étape précédente. Les exemples dont la sortie a été mal estimée pré-
cédemment recevront un poids plus fort que les autres. On souhaite ainsi que ces nouveaux
poids amènent le critère FFC à sélectionner les descripteurs adaptés pour ces exemples. Ce
paradigme de boosting améliore ainsi le processus de régression.

Contrairement à AdaBoost [Freund et Schapire, 1997], la repondération itérative est
uniquement utilisée pour sélectionner les meilleurs descripteurs complémentaires. La ma-
nière de les combiner est entièrement gérée par l’outil de prédiction. Cette stratégie de
boosting indirect peut être vue comme une régularisation pour éviter le sur-apprentissage.
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3.6.1 Fonction de repondération

Plusieurs stratégies sont possibles pour guider le processus de sélection. Nous avons testé
trois stratégies de boosting. La première repose sur un processus sans mémoire (memoryless
en anglais). Le poids w(t+1)

i du ième exemple à l’itération t+1 dépend uniquement de l’erreur
quadratique (ε(t)

i )2 à l’itération précédente. Dans ce cas, nous avons choisi la relation :

w
(t+1)
i = (ε(t)

i )2∑M
i=1(ε(t)

i )2
(3.19)

La seconde stratégie est cumulative. Le poids de chaque exemple dépend de l’erreur du
régresseur et du poids à l’itération précédente :

w̃
(t+1)
i =

 w
(t)
i si ε(t)

i < mediane
1<i<M

(ε(t)
i )

min
{
αw

(t)
i , wmax

}
sinon

(3.20)

w
(t+1)
i = w̃

(t+1)
i∑M

i=1 w̃
(t+1)
i

(3.21)

Les poids de la moitié des exemples avec la plus grande erreur de prédiction sont multi-
pliés par un facteur d’accumulation constant α. La constante wmax est utilisée pour éviter
que le poids de certains exemples n’augmente démesurément et entraîne un effet de sur-
apprentissage. Dans nos expériences, α est initialisé à 1.1 et wmax à 0.1

La troisième fonction de repondération est la même que dans AdaBoost.R2 [Drucker,
1997]. La performance du régresseur est mesurée par la fonction de coût :

L
(t)
i =

 ε
(t)
i

max
i=1...M

ε
(t)
i


2

(3.22)

Cette fonction est moyennée sur tous les exemples pondérés :

L̄(t) =
M∑
i=1

w
(t)
i L

(t)
i (3.23)

Connaissant L̄(t), le paramètre de mise à jour des poids β(t) est calculé par :

β(t) = L̄(t)/(1− L̄(t)) (3.24)

Finalement, les nouveaux poids sur les exemples sont calculés par :
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w̃
(t+1)
i = w

(t)
i

(
β(t)

)(1−L(t)
i )

(3.25)

et normalisés par :

w
(t+1)
i = w̃

(t+1)
i∑M

i=1 w̃
(t+1)
i

(3.26)

Contrairement aux autres algorithmes de boosting pour la régression, aucun paramètre
n’a besoin d’être réglé, et les tests sur différents ensembles de données ont montré de bonnes
performances [Shrestha et Solomatine, 2006]. Dans la suite du document, les trois stratégies
de boosting seront référencées sous les termes de stratégie memoryless (3.19), median (3.20)
et AdaBoost.R2 (3.25).

3.6.2 Critère d’arrêt

Nous avons évoqué dans la section 3.1.3 les principales conditions utilisées pour arrêter
le processus de sélection des descripteurs. Dans les approches de type wrapper et hybrides,
l’évaluation des performances de l’outil de prédiction est un critère naturel d’arrêt très
souvent utilisé. Toutefois les données d’apprentissage sont bruitées. En effet, nous avons
vu dans le chapitre précédent que la localisation du visage multi-orientation donnait des
résultats bruités. De plus, l’étiquetage de la pose du visage est imparfait, en particulier dans
la base de données Pointing 04. Les risques de sur-apprentissage sont donc importants, en
particulier dans une approche par boosting qui risque de concentrer son attention sur les
observations aberrantes. L’arrêt prématuré (ou early stopping en anglais) est une méthode
simple et très efficace en pratique [Finnoff et al., 1993]. Cette méthode consiste à diviser
l’ensemble des exemples en un ensemble d’apprentissage A et un ensemble de validation V.
Pendant l’apprentissage sur A on calcule périodiquement l’erreur sur V et on arrête l’ap-
prentissage lorsque l’erreur sur V est supérieure à la précédente évaluation. Cette approche
utilise V pour anticiper le comportement de l’outil de prédiction sur l’ensemble de test T .
Dans la réalité, la courbe d’évolution de l’erreur en généralisation n’est pas lisse et contient
de nombreux minima locaux au cours de l’apprentissage. Dans ces conditions il devient très
difficile de définir un critère universel d’arrêt comme le montre l’étude de Prechelt [1998].
Nous avons choisi de sélectionner un nombre prédéfini de descripteurs (et donc d’itérations)
important. On sélectionne ensuite le régresseur et le jeu de descripteurs ayant obtenu les
meilleurs résultats sur la base de validation.

3.7 Résultats

Nous avons réalisé nos tests sur les bases Pointing 04 et FacePix (cf. section 1.4) et nous
avons comparé nos résultats à ceux obtenus par les méthodes présentées dans la section 1.5
du document.
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3.7.1 Evaluation des critères de sélection de caractéristiques

Dans cette première expérience, nous comparons le Critère Fonctionnel Flou et l’Infor-
mation Mutuelle. Afin de réduire l’impact des paramètres extérieurs, l’outil de régression
est un GRNN et aucune stratégie de boosting n’est mise en oeuvre, c’est-à-dire les poids
sur les exemples restent constants au cours des itérations de BISAR. Le nombre optimal
de descripteurs est choisi en fonction du score sur l’ensemble de validation. Les résultats
reportés dans le tableau 3.1 donnent l’avantage au FFC. En présence de boosting, le FFC
est plus rapide à calculer que l’Information Mutuelle à l’aide de l’équation (3.10). Ces deux
raisons nous amènent à privilégier le FFC dans les prochaines expériences.

Table 3.1 – FFC vs MI : Erreur moyenne absolue en degrés sur l’ensemble de test. Les
valeurs entre parenthèses indiquent le nombre de descripteurs sélectionnés.

Pointing 04 FacePix
Localisation Manuelle Localisation Automatique

Erreur Pan Erreur Tilt Erreur Pan Erreur Tilt Erreur Pan
FFC 8.1° (580) 8.4° (560) 12.5° (480) 15.9° (100) 6.2° (191)
MI 8.4° (600) 8.9° (560) 12.8° (460) 15.7° (140) 6.4° (180)

3.7.2 Evaluation des stratégies de boosting

Dans cette partie, nous comparons différentes stratégies de boosting. Nous utiliserons le
GRRN comme régresseur. Ainsi, aucun paramètre n’aura besoin d’être réglé et les résultats
ne dépendront pas d’une initialisation aléatoire. On effectue des tests sur Pointing 04 pour
des visages localisés manuellement et automatiquement. De cette manière, on peut tester
la résistance au bruit et aux données aberrantes. Le tableau 3.2 présente les résultats pour
les trois stratégies de boosting. On présente également les résultats obtenus sans boosting
(désigné par none dans le tableau). Nous étudions les performances de BISAR jusqu’à 600
itérations et nous sélectionnons le régresseur avec les meilleures performances sur l’ensemble
de validation.

L’effet du boosting est évident puisque n’importe quelle fonction de repondération amé-
liore les résultats sans boosting. Par ailleurs, la stratégie de repondération d’AdaBoost.R2
semble légèrement supérieure et obtient les meilleurs résultats pour trois des cinq ensembles
de données. La figure 3.7.2 illustre l’effet du boosting au cours des itérations. On remarque
que l’erreur décroît plus rapidement pour la stratégie AdaBoost.R2 dans les premières ité-
rations. La stratégie median donne de meilleurs résultats sur FacePix mais nécessite jusqu’à
trois fois plus de descripteurs que les autres méthodes. La stratégie memoryless obtient de
bons résultats et surpasse la stratégie AdaBoost.R2 sur l’estimation de l’angle pan lorsque
le visage est localisé manuellement, mais tend à sur-apprendre lorsque les données sont brui-
tées (cf. figure 3.8(b)). Les résultats sont meilleurs sur FacePix que sur Pointing 04. Cela
est probablement lié aux différences soulignées dans la partie 1.4.2, page 37 (uniquement
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Table 3.2 – Erreur moyenne absolue en degrés sur l’ensemble de test pour différentes
stratégies de boosting. Les valeurs entre parenthèses indiquent le nombre de descripteurs
sélectionnés.

Pointing 04 FacePix
Localisation manuelle Localisation automatique
Err. pan Err. tilt Err. pan Err. tilt Err. pan

None 8.1° (582) 8.4° (573) 12.5° (467) 15.9° (102) 6.2° (191)
Memoryless 7.3° (553) 8.5° (267) 11.6° (389) 13.5° (78) 5.4° (243)
Median 7.6° (569) 8.9° (223) 11.9° (464) 16.5° (55) 4.5° (599)
AdaBoost.R2 8.2° (382) 7.6° (457) 10.9° (430) 12.3° (120) 6.0° (265)

des variations suivant pan, biais dans le cadrage des visages, plus grande précision dans le
processus d’acquisition de la vérité terrain).

3.7.3 Evaluation de l’architecture

Dans cette partie, nous essayons d’autres architectures de réseaux RBF. On réalise
300 itérations pour chaque régresseur sur Pointing 04 et FacePix. On conserve la fonction
de repondération AdaBoost.R2 puisqu’elle a donné les meilleurs résultats dans la section
précédente. Les tests sont menés sur deux réseaux RBF qui diffèrent par le nombre de
neurones sur la couche cachée. Le nombre de neurones pour RBF 1 correspond à la moitié
du nombre d’exemples d’apprentissage et un cinquième pour RBF 2. Les cellules de la
couche cachée sont choisies par un algorithme des K-means et la matrice de covariance de
chaque groupe est calculée uniquement à la fin du processus. Le tableau 3.3 montre que les
performances sont directement liées au nombre de cellules de la couche cachée. Bien que
le nombre de cellules de la couche cachée soit très grand dans le GRNN, on n’observe pas
de phénomène de sur-apprentissage. Ce phénomène est peut-être en partie lié à l’utilisation
de fonctions radiales sphériques qui introduisent un biais fort. Par ailleurs, la variance du
régresseur augmente avec le nombre de cellules de la couche cachée, mais le nombre restreint
de descripteurs selectionnés joue un rôle de régularisation [Bühlmann et Hothorn, 2007]

Table 3.3 – Erreur moyenne absolue en degrés sur l’ensemble de test pour différentes ar-
chitectures du régresseur. Les valeurs entre parenthèses indiquent le nombre de descripteurs
sélectionnés.

Pointing 04 FacePix
Erreur pan Erreur tilt Erreur pan

GRNN 11.4° (288) 12.3° (120) 6.0° (265)
RBF 1 14.0° (217) 15.8° (256) 7.2° (120)
RBF 2 15.2° (161) 16.0° (284) 8.5° (237)
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Figure 3.8 – Evolution de l’erreur absolue moyenne au cours des itérations pour différentes
stratégies de boosting.
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3.8. Comparaisons avec des méthodes existantes

3.7.4 Apprentissage des poses séparées vs groupées

Dans cette expérience, les angles pan et tilt sont appris conjointement. Pour y parvenir,
nous avons légèrement modifié le critère FFC. La valeur de sortie est vectorielle ; nous avons
remplacé la valeur absolue des différences de sorties par la norme L1 dans l’équation (3.9).
Apprendre deux informations au lieu d’une peut sembler, a priori, plus difficile. Toutefois,
les informations de pan et de tilt sont liées et l’apprentissage conjoint donne de meilleurs
résultats sur Pointing 04 (tableau 3.4). De plus, on remarque que le nombre de descripteurs
sélectionnés est moins important. On peut penser que l’apprentissage de l’angle pan induit
un biais dans l’apprentissage de l’angle tilt et inversement, améliorant ainsi les performances
en généralisation [Caruana, 1997].

Table 3.4 – Erreur moyenne absolue en degrés sur l’ensemble de test pour des apprentis-
sages conjoints et séparés. Les valeurs entre parenthèses indiquent le nombre de descripteurs
sélectionnés.

Localisation manuelle Localisation automatique
Erreur pan Erreur tilt Erreur pan Erreur tilt

Apprentissage conjoint 7.5° (600) 8.0° (600) 10.3° (294) 12.0° (294)
Apprentissage séparé 8.2° (382) 7.6° (457) 10.9° (430) 12.3° (120)

3.8 Comparaisons avec des méthodes existantes

3.8.1 Réseau de neurones à convolution

Nous avons dans un premier temps comparé notre approche à un réseau de neurones à
convolution. Les détails de l’architecture du réseau sont donnés dans la partie 1.5.1, page
38 de ce manuscrit. Les résultats obtenus sont répertoriés dans le tableau 3.5. Le CNN et
BISAR présentent des résultats équivalents sur la base FacePix, mais BISAR surpasse le
CNN sur la base POINTING 04.

Table 3.5 – Comparaison entre le réseau de neurones à convolution et BISAR

Pointing 04 FacePix
Erreur pan Erreur tilt Erreur pan

BISAR 7.3° 7.6° 4.5°
CNN 8.7° 11.5° 4.2°
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3.8.2 Méthode de l’évaluation CLEAR 2007

Le tableau 3.6 réunit les résultats obtenus par BISAR et les trois méthodes de la cam-
pagne d’évaluation CLEAR 2006 [Stiefelhagen et Garofolo, 2007]. La section 1.5.2 page 39
décrit ces méthodes. Lorsque les visages sont localisés manuellement, les résultats de BISAR
sont légèrement moins bons que ceux obtenus par Tu et al. [2007]. En revanche, leurs ré-
sultats chutent lorsque le visage est localisé automatiquement. Cette méthode est donc
très sensible aux imprécisions de la localisation. Les mémoires autoassociatives de Gourier
et al. [2007] obtiennent les meilleurs résultats pour l’estimation de l’angle pan, et BISAR a
des résultats légèrement meilleurs pour l’angle tilt. De plus les mémoires autoassociatives
sont utilisées comme classifieurs génératifs. Cette approche n’est capable d’estimer que des
poses discrètes et des problèmes apparaissent lorsque le nombre de classifieurs augmente
[Murphy-Chutorian et Trivedi, 2009].

BISAR obtient de meilleurs résultats que le Perceptron Multi Couche [Voit et al., 2007]
sur l’estimation de pan et tilt et des résultats semblables aux performances humaines re-
portées dans [Gourier et al., 2007].

Pour chaque pose estimée, on peut chercher la valeur d’angle la plus proche dans la base
de données. Si elle correspond à la vérité terrain, on considère que la réponse du régresseur
est correcte. On calcule ainsi le score de classification reporté dans le tableau 3.6.

Table 3.6 – Résultats comparatifs des différentes méthodes sur la base Pointing 04.

Méthode Erreur tilt Classif. Erreur pan Classif.
Loc. manuelle
BISAR 8.0° 65.4% 7.5° 60.6%
Tu et al. [2007] 8.6° 75.7% 6.2° 72.4%
Loc. automatique
BISAR 12.0° 56.0% 10.2° 54.8%
Tu et al. [2007] 17.9° 54.8% 12.9° 49.3%
Gourier et al. [2007] 12.1° 53.8% 7.3° 61.3%
Voit et al. [2007] 12.8° 53.1% 12.3° 41.8%
Perf. humaines 9.4° 59.0% 11.8° 40.7%

3.9 Conclusion

Nous avons débuté ce chapitre par un état de l’art des méthodes de sélection de des-
cripteurs structuré autour des quatre grandes étapes du processus de sélection. Puis nous
avons focalisé notre analyse sur les méthodes de boosting pour la régression qui permettent
de sélectionner des prédicteurs complémentaires par une stratégie de modification de la
distribution des poids sur les exemples.

Nous avons ensuite présenté BISAR, notre méthode de sélection de descripteurs dédiée
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aux problèmes de régression. Elle consiste à ajouter itérativement de nouvelles entrées à
un réseau de neurones ; Chaque entrée est associée à un descripteur sélectionné à l’aide
du critère fonctionnel flou qui mesure la dépendance fondtionnelle entre la valeur d’un
descripteur et la sortie désirée. La complémentarité des descripteurs est assurée par une
stratégie de boosting

La méthode BISAR a montré son efficacité dans le cadre de l’estimation de la pose de la
tête. Elle obtient de meilleurs résultats qu’un réseau de neurones à convolution sur la base
Pointing 04 et des résultats équivalent sur la base FacePix. Nous avons également obtenus
des résultats du niveau de la meilleure méthode de l’évaluation CLEAR 07.

Cette étude cloture la première partie de ce manuscrit sur les méthodes globales d’es-
timation de la pose de la tête. Nous allons, dans la seconde partie, nous intéresser aux
approches par alignement d’un modèle déformable et nous verrons comment BISAR peut-
être mis à profit dans ce nouveau cadre applicatif.
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Deuxième partie

Alignement d’un modèle déformable
de visage





Notations

Notations relatives au modèle de forme
p Paramètres internes du modèle
q Paramètres externes du modèle
b Paramètres de forme b = (p,q)T
s Modèle de forme
si Coordonnées du ième point du modèle
s̄ Composante rigide du modèle de forme (également appelée forme

moyenne)
φi ième Vecteur de déformation du modèle
s(b) Instance du modèle de forme s dans le repère image pour le jeu de

paramètres b
s∗I Vérité terrain des points du modèle dans l’image I
b̂I Paramètres qui ajustent au mieux le modèle à la vérité terrain dans

l’image I
b̃I Paramètres qui minimisent la fonction de coût F(I, s(b),a)
S Ensemble des coordonnées des pixels définis à l’intérieur de la forme de

référence s̄
B Ensemble des valeurs admissibles pour le vecteur de paramètres b
W (x; b) Fonction de transfert des coordonnées x de S dans I pour le jeu de

paramètres b

Notations relatives au modèle d’apparence

a Paramètres d’apparence du modèle
gmod(a) Instance du modèle d’apparence pour le jeu de paramètres a
gglob(I, s) Vecteur d’apparence globale de la forme s dans l’image I (également

appelé apparence observée ou observation).
g(k)
glob(I, s) kème élément du vecteur d’apparence global.

gloc(I,x) Vecteur d’apparence locale dans I au point x

Notations relatives à la fonction de coût
F(I, s(b),a) Fonction de coût globale qui mesure l’adéquation entre le modèle et

l’image
F∗(I, s(b)) Fonction de coût idéale
fi (I,x) Fonction de coût locale du ième point du modèle
m Minimum global de la fonction de coût





Chapitre 4

Etat de l’art

Nous présentons dans ce chapitre, un panorama des méthodes d’alignement d’un modèle
de visage dans une image. Nous les analyserons au travers des quatre éléments qui les
composent : le modèle de forme, le modèle d’apparence, la fonction de coût et la méthode
d’optimisation.

4.1 Principe général

Pour un objet au sens large (visages, véhicules. . . ), on peut définir un ensemble de points
caractéristiques (également appelés amers) ; il peut s’agir par exemple des commissures de la
bouche et des yeux, des extrémités des sourcils et du bout du nez (cf. figure 4.1). L’ensemble
des amers définit un modèle de forme s = (x1, y1, x2, y2, . . . , xNpt , yNpt) ∈ R2Npt .
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Figure 4.1 – Exemples de points caractéristiques définis sur des visages.

Un modèle peut s’entendre au sens des points physiques (3D) ou au sens des points de
l’objet dans l’image. Les modifications de la forme s, sous l’effet des différentes sources de
variations géométriques (pose, expression, morphologie), sont en général décrites à l’aide
d’un ensemble de paramètres b. Ce vecteur doit contenir suffisamment d’éléments pour
décrire l’ensemble des variations constatées sur l’objet.

Les deux voies principales pour construire ces modèles sont l’approche analytique où
le modèle est construit manuellement, et l’approche statistique où le modèle est déduit
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d’une analyse statistique des données (une ACP par exemple). Certaines composantes,
dites externes, du vecteur b représentent des transformations géométriques (translation,
rotation, changement d’échelle). Les autres composantes, dites internes, sont modifiées par
la pose, les expression faciales, l’identité...

Nous allons supposer que s correspond à un modèle 2D de l’objet afin de décrire le
processus d’alignement. Si on admet que B représente l’ensemble des valeurs admissibles
pour le vecteur de paramètres b et s(b) la forme associée, on cherche alors à minimiser
la distance entre la forme s(b) et la forme réelle s∗. Cette s∗ a en général été définie
manuellement (vérité terrain). L’alignement consiste donc à trouver b̃ tel que :

b̃ = argmin
b∈B

d (s(b), s∗) (4.1)

La recherche de b̃ ne conduit pas nécessairement à une distance d (s(b), s∗) nulle car la
forme réelle s∗ n’appartient pas forcément à l’ensemble de formes S que l’on peut générer
avec tous les b possibles. La position des points est recherchée mais seule l’apparence
de l’objet (l’ensemble des niveaux de gris qui représentent l’instance de l’objet
dans une image) est accessible. L’alignement consiste à établir un lien entre l’apparence
et la position des points caractéristiques. On construira pour cela un modèle d’apparence
gmod défini par un vecteur de paramètres a pour caractériser les variations d’aspect de
l’objet dans l’image. Une fonction de coût F (I, s(b),a) mesurera l’adéquation entre l’image
observée I et l’instance des modèles de forme et d’apparence. Idéalement, on souhaite que
la fonction de coût reproduise le comportement de la fonction distance, c’est-à-dire que

argmin
b

F (I, s(b),a) = argmin
b

d (s(b), s∗) (4.2)

Une fois la fonction F connue, il reste à définir la stratégie pour trouver le meilleur jeu
de paramètres. Cette étape d’optimisation consiste donc à trouver la meilleure position du
modèle dans l’image :

b̂ = argmin
b

F (I, s(b),a) (4.3)

On dit alors que le modèle est bien aligné (ou que le visage est correctement segmenté) si
le jeu de paramètres ainsi trouvé correspond à celui estimé par (4.1), c’est-à-dire si b̂ = b̃.
L’erreur quadratique d’alignement est donnée par

∥∥∥s(b̂)− s∗
∥∥∥.

Nous articulerons notre analyse du domaine de l’alignement de modèles autour des
quatre piliers illustrés dans la figure 4.2 :

– le modèle de forme,

– le modèle d’apparence,

– la fonction de coût et

– l’algorithme d’optimisation.
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Figure 4.2 – Vue synthétique des différents éléments d’une méthode d’alignement.

4.2 Limites de l’état de l’art

Notre étude se bornera aux recherches dédiées à l’analyse faciale, bien que la plupart des
méthodes présentées ici puissent s’étendre à d’autres domaines d’application. Par ailleurs,
les autres méthodes de localisation d’éléments caractéristiques du visage sortent du cadre de
cette étude. Nous n’aborderons pas, par exemple, les méthodes de détection des points carac-
téristiques telles que Nguyen et al. [2008] car elles détectent chaque point indépendamment
et n’exploitent pas les contraintes géométriques entre ces points. D’autres approches telles
que Senechal et al. [2010] et Duffner et Garcia [2005] exploitent indirectement les relations
qui unissent les amers en utilisant un réseau de neurones pour les détecter conjointement.
Toutefois, ces approches ne sont pas non plus abordées car elles ne font pas appel explicite-
ment à un modèle de forme pour encoder les relations spatiales entre ces amers. Enfin, nous
n’aborderons pas non plus les méthodes de suivi. Ce domaine est connexe à celui de l’ali-
gnement puisqu’il s’agit d’estimer les variations des paramètres d’un modèle d’une image
aux images suivantes. Les résultats obtenus sont souvent visuellement impressionnants car
ces méthodes exploitent :

– Une zone de recherche restreinte : les valeurs des paramètres obtenus dans les images
précédentes de la séquence permettent de prédire les paramètres du modèle dans
l’image courante.

– Un modèle spécifique défini à partir d’une image de la séquence (souvent la première)
qui est plus facile à aligner qu’un modèle générique [Gross et al., 2005]. Il est, par
ailleurs, possible d’affiner le modèle de forme au cours du processus de suivi [Nguyen
et Milgram, 2009].

– La cohérence temporelle qui permet de filtrer les estimations aberrantes.
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De plus, elles ne peuvent pas se soustraire à une étape d’initialisation du modèle qui sera
réalisée soit manuellement soit par une méthode automatique de localisation de points
caractéristiques.

4.3 Modèles de forme

Un modèle de forme encode les informations purement géométriques propres à un objet.
Une manière de décrire une forme est de localiser un ensemble de points caractéristiques
(amers ou landmarks). Ces points doivent avoir une définition univoque, afin qu’un expert
puisse les localiser précisément dans une image. Dryden et Mardia [1998] distinguent trois
catégories de points :

– Les points anatomiques sont des points qui ont une définition biologique partagée par
l’ensemble des organismes d’une population (la pupille de l’œil par exemple).

– Les points mathématiques sont localisés à partir d’une propriété mathématique ou
géométrique (un coin par exemple).

– Les pseudo-points caractéristiques sont définis par rapport aux points anatomiques ou
mathématiques. Typiquement, il s’agit de points uniformément répartis le long d’un
contour entre deux points anatomiques afin d’obtenir une représentation plus dense
de la forme.

4.3.1 Modèles rigides

Les distances entre les points du modèle restent constantes, seules les transformations
rigides (rotations, translations . . . ) s’appliquent sur le modèle. Une manière de représenter la
forme du visage est de le considérer comme une surface semi-sphérique ou semi-cylindrique
[La Cascia et al., 2000; Sung et al., 2008]. Cette hypothèse simpliste est adaptée lorsque
le visage est loin de la caméra et que l’image est de faible résolution. Le faible degré de

Figure 4.3 – Quelques exemples de modèles rigides, de gauche à droite La Cascia et al.
[2000]; Everingham et Zisserman [2005]; Vacchetti et al. [2004].

liberté de ces modèles facilite le processus d’alignement puisqu’il y a peu de paramètres à
optimiser. Le biais introduit par ces contraintes fortes sur le modèle peut être un handicap,
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en particulier lorsque la morphologie et les expressions du visage sont trop éloignées du
modèle à aligner.

4.3.2 Modèles analytiques

Les relations entre les points du modèles sont définies manuellement. Fischler et Elschla-
ger [1992] définissent des relations élastiques (système masses-ressorts) entre les parties du
modèle. Cette approche simple n’intègre pas les contraintes physiques qui sous-tendent ces
déplacements. D’autres modèles tiennent compte de données anthropométriques (ouverture
de la bouche et des yeux, haussement de sourcils. . . ). Les paramètres de déformation du
modèle s’appuient sur des considérations psychologiques [Pandzic et Forchheimer, 2003] et
ne correspondent pas forcément aux effets du mouvement des muscles. Parke [1972] est le
premier à proposer un modèle de visage capable de synthétiser des expressions en inter-
polant des configurations-clés du modèle. Parke développa également le premier modèle
paramétrique 3D [Parke, 1974, 1982]. Depuis, un grand nombre de modèles analytiques
ont vu le jour. Par exemple, le modèle Candide 3 [Ahlberg, 2001a] que nous avons déjà
présenté au chapitre 2, est constitué d’un modèle rigide que l’on peut déformer à l’aide de
paramètres morphologiques et d’expression. De plus, sa simplicité et son faible nombre de
paramètres en font un candidat idéal pour l’analyse d’image [Dornaika et Davoine, 2008;
Ahlberg, 2001b]. Xface [Balci et al., 2007] est un autre exemple de modèle public, disponible
en téléchargement.

Figure 4.4 – Quelques exemples de modèles analytiques, de gauche à droite Fischler et
Elschlager [1992]; Parke [1972]; Ahlberg [2001a]; Balci et al. [2007]

4.3.3 Modèles biomécaniques

Ils reproduisent les principaux éléments constituants du visage comme les os, les muscles
et la peau. Cela implique une bonne connaissance de l’anatomie et une modélisation réaliste
du comportement des muscles et de la peau. Waters et Terzopoulos sont pionniers dans la
modélisation par muscle et proposent une série de modèles biomécaniques [Waters, 1987;
Terzopoulos et Waters, 1990, 1993]. Ce type de modélisation demeure un domaine de re-
cherche actif comme en témoigne Kähler [2007]. Le pouvoir d’expression de ces modèles est
très important et le rendu est souvent plus réaliste qu’avec un modèle analytique. Ils sont
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donc particulièrement appropriés au domaine de la synthèse d’image. Cette représentation
n’est toutefois pas très adaptée en analyse car elle n’est pas compacte. La modification
d’un paramètre (la contraction d’un muscle par exemple) a une conséquence faible et locale
sur le déplacement des points du modèle. Dans ces conditions, il est difficile d’estimer les
paramètres d’alignement du modèle. Ils sont tout de même utilisés dans des applications
qui nécessitent un ajustement fin du modèle dans l’image. C’est le cas par exemple dans
des applications de postproduction [Kalinkina et al., 2007].

Figure 4.5 – Quelques exemples de modèles biomécaniques, Terzopoulos et Waters [1993];
Kähler et al. [2001].

Les modèles analytiques et biomécaniques sont parfois regroupés sous le terme de mo-
dèles paramétriques. Pandzic et Forchheimer [2003] proposent une taxonomie plus fine de
ce type de modèles.

4.3.4 Modèles statistiques

L’objectif est de capturer les variations de forme d’un visage par l’analyse statistique
d’un ensemble d’apprentissage. Plus précisément, on cherche un modèle paramétrique s(b)
pour générer de nouvelles instances de formes en faisant varier le vecteur des paramètres
b. Si l’on est capable de modéliser la distribution de ces paramètres p(b), on peut générer
des formes semblables à celle de la base d’apprentissage. On peut également analyser de
nouvelles formes et déterminer si elles sont plausibles.

Les modèles de forme statistiques, également appelés modèles de distribution de points
(PDM, Point Distribution Models) sont très répandus en analyse faciale. On les retrouve
notamment dans deux méthodes d’alignement populaires, les modèles actifs de forme (ASM,
Active Shape Models) et les modèles actifs d’apparence (AAM, Active Appearance Models).

Modèles par ACP. Il s’agit de l’une des modélisations les plus simples et les plus utili-
sées. L’Analyse en Composantes Principales (ACP) capture les corrélations de déplacement
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entre les points caractéristiques de la base d’apprentissage. Elle permet ainsi de décrire les
principales variations d’une forme à l’aide d’un faible nombre de paramètres. La section 5.1
de ce chapitre présente en détail la création et l’utilisation de ce type de modèles.

Modèles non linéaires. Les modèles par ACP reposent sur l’hypothèse que la distribution
des formes est gaussienne. Ainsi, chaque instance contenue à l’intérieur d’une hyperellipsoïde
dont les dimensions sont proportionnelles à la racine carrée des valeurs propres de l’ACP, est
considérée comme une forme admissible par le modèle. Cependant, cette hypothèse n’est pas
toujours vérifiée, lorsque la forme subit des rotations en dehors du plan image par exemple.
Certaines instances du modèle ne seront donc pas plausibles, c’est-à-dire que certaines
formes générées par le modèle ne ressembleront pas à une forme de visage. Le modèle doit
être à la fois complet (qui modélise toutes les variations acceptables) et concis (qui ne
génère pas de formes non admissibles). Romdhani et al. [1999] étendent la modélisation
par ACP au cas non linéaire via une ACP par noyau. Sozou et al. [1995a] s’appuient sur
les travaux de Kramer [1991] pour réaliser une ACP non linéaire à l’aide d’un perceptron
multicouche. Sozou et al. [1995b] réalisent une ACP classique puis modélisent la distribution
des paramètres suivant chaque axe principal par un polynôme. Ces stratégies modélisent
plus fidèlement des distributions qui ne sont pas gaussiennes mais rien ne garantit que
les formes générées par le modèle soient plausibles. Cootes et Taylor [1999] modélisent la
distribution p(b) par un mélange de gaussiennes dont les paramètres sont obtenus par un
algorithme EM. Une forme s(b) est plausible si p(b) est supérieur à un seuil. Ce dernier
peut être choisi de manière à ce qu’un certain pourcentage (99% typiquement) d’échantillons
générés aléatoirement à partir de la fonction p(b) soit supérieur à ce seuil.

Plus récemment, Li et Ito [2005] proposent une méthode non paramétrique pour repré-
senter la distribution des paramètres du modèle. L’idée est d’approximer cette distribution
en discrétisant l’espace des paramètres. Si le modèle est défini par Nparam, la distribution
sera représentée par un tableau à Nparam dimensions. En pratique, ce tableau est creux
lorsque Nparam est grand ou lorsqu’on dispose de peu d’exemples d’apprentissage. On s’in-
téresse alors à la distribution conjointe entre un paramètre et les deux paramètres qui lui
sont le plus corrélés. Pour qu’une forme soit considérée comme valide, il faut que chaque
paramètre de la forme se retrouve dans une case non-nulle de la table qui lui correspond. Si
ce n’est pas le cas, les paramètres sont modifiés tant que cette condition n’est pas vérifiée,
tout en minimisant l’impact sur le déplacement des points. Liu [2009] a montré que cette
modélisation améliorait significativement la qualité de l’alignement.

4.3.5 Modèles 2D ou 3D

Le processus d’alignement est 2D par nature puisqu’il s’agit, in fine, de localiser un
ensemble de points caractéristiques 2D dans une image 2D. Par contre, le visage que l’on
souhaite décrire est tridimensionnel. Il peut donc sembler plus cohérent d’utiliser un modèle
3D. Xiao et al. [2004a] ont montré que la représentation d’un modèle 2D est aussi complète
qu’un modèle 3D mais moins concise. En effet, un modèle 2D linéaire est capable de générer
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les mêmes formes qu’un modèle 3D en utilisant 6 fois plus de paramètres. La construction
d’un modèle 3D statistique n’est toutefois pas aussi simple qu’un modèle 2D car l’image ne
donne pas directement accès à l’information de profondeur. On peut l’estimer par triangu-
lation sur une paire d’images stéréoscopiques [Mittrapiyanuruk et al., 2004]. Blanz et Vetter
[1999] utilisent un scanner laser 3D pour acquérir la structure du visage. Ces techniques
donnent des modèles de bonne qualité (cf. figure 4.6(a)) mais elles nécessitent du matériel
supplémentaire. Xiao et al. [2004b] et Gonzalez-Mora et al. [2010] contournent cette diffi-
culté et construisent un modèle 3D à l’aide d’une méthode de Structure from Motion. Une

(a) (b)

Figure 4.6 – Modèles 3D obtenus par : (a) un scanner laser 3D [Blanz et Vetter, 1999] -
(b) une méthode de Structure from Motion [Gonzalez-Mora et al., 2010].

autre technique astucieuse consiste à construire un modèle de forme 2D pour des visages
de face et d’y ajouter l’information de profondeur obtenue sur des visages de profil [Sattar
et al., 2007]. Le recours à des modèles 3D n’est pas pour autant une nécessité. Cootes et al.

(a) (b)

Figure 4.7 – Modèles de forme 2.5D [Sattar et al., 2007]. (a) exemple d’apprentissage. (b)
instances du modèle.

[2000] gèrent de grandes variations de pose du visage par un ensemble de modèles 2D. Xiao
et al. [2004a] alignent un modèle 2D mais réduisent le pouvoir d’expression du modèle en
le contraignant avec un modèle 3D.
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4.4 Modèle d’apparence

Le modèle d’apparence caractérise la texture délimitée par le modèle de forme. Il existe
de nombreuses manières de modéliser l’apparence. Nous les analyserons suivant 3 axes :

– La nature du modèle, génératif ou discriminant.
– La portée du modèle, global ou local.
– Les descripteurs de texture.

4.4.1 Nature du modèle

On distingue deux grandes approches de modèles. La première est dite générative car
elle tente de modéliser l’ensemble des variations d’apparence d’une catégorie d’objet. Dans
un ASM, par exemple, on modélise la distribution des niveaux de gris dans le voisinage
de chaque point de la forme par une gaussienne multidimensionnelle [Cootes et al., 1995].
D’autres méthodes plus élaborées telles que les AAM, permettent de synthétiser l’apparence
de l’objet modélisé.

Le second type de modèle est discriminant car il apprend à différencier les bonnes et les
mauvaises positions du modèle [Van Ginneken et al., 2002; Li et Ito, 2005; Liu, 2009]. BAM
(pour Boosted Appearance Models) illustre bien cette approche (cf. figure 4.8). Un classi-
fieur à deux classes apprend via un algorithme de boosting à distinguer les bons alignements
(classe positive) des mauvais alignements (classe négative). Ces approches permettent gé-
néralement de mieux délimiter les frontières d’une classe d’apparence, au détriment souvent
d’un nombre d’exemples et d’un temps d’apprentissage plus important puisqu’il faut traiter
à la fois des exemples positifs et négatifs. De plus, la qualité du modèle dépend beaucoup
de la pertinence des exemples négatifs.

Figure 4.8 – Exemple d’un modèle d’apparence discriminant : le modèle apprend à dis-
tinguer les alignements corrects (+) des mauvais alignements (-). L’alignement consiste à
trouver les paramètres du modèle qui maximisent le score de classification
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4.4.2 Portée du Modèle

La première famille regroupe les méthodes qui caractérisent localement l’apparence du
modèle. Par local, on entend une zone située autour des amers de la forme. Dans le cas
des ASM, le voisinage du point est défini par le profil normal : un segment de droite
centré sur l’amer et perpendiculaire au segment reliant deux points voisins (cf. figure 4.9).
L’apparence locale gloc(I,x) contient les Npix pixels de I échantillonnés le long du profil.
Dans les articles récents, le voisinage des amers est souvent délimité par de petites zones
rectangulaires (patches).

Profil normal au 
contour 

Point du modèle

Contour

Forme à segmenter

Position le long du profil
In

te
n
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té

Figure 4.9 – Le profil normal caractérise l’apparence du voisinage d’un point du modèle
[Cootes et Taylor, 2004].

Le principal inconvénient de ces méthodes est qu’elles ne tiennent pas compte de toute la
texture disponible. Les approches globales de type AAM et 3DMM (3D Morphable Models,
Blanz et Vetter [1999]) permettent de tirer profit de toute cette information. L’idée princi-
pale est de transférer la texture des exemples d’apprentissage vers un modèle de référence
(la composante rigide du modèle de forme dans le cas des AAM) afin d’obtenir un ensemble
de textures normalisées en forme. Chaque texture sera notée gglob(I, s). La technique du
transfert de texture sera détaillée dans la section 5.2.1.

4.4.3 Description de l’apparence

Qu’il soit global ou local, le modèle d’apparence correspond à une texture que l’on doit
caractériser. L’approche la plus directe consiste à modéliser les variations d’intensité des
pixels. La modélisation de Cootes et al. [1995] par une gaussienne multidimensionnelle est
un exemple très simple. Cootes et Taylor [2004] ont également proposé une méthode de
modélisation statistique. Elle consiste à appliquer une ACP sur la texture des visages de
la base d’apprentissage. Cela n’est possible que si toutes les textures sont préalablement
alignées, c’est-à-dire si elles sont transférées vers une même forme de référence pour tous les
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(a) (b)

Figure 4.10 – Exemple d’un modèle d’apparence : (a) local [Cristinacce et Cootes, 2008]
et (b) global [Cootes et Taylor, 2004].

visages. En appliquant l’ACP sur les données, on obtient un modèle linéaire d’apparence :

gmod = ḡ +
Nparam∑
i=1

aiλi (4.4)

avec ḡ le vecteur des niveaux de gris moyens, ai le paramètre associé au ième vecteur propre
λi. On peut générer une nouvelle texture en modifiant ces paramètres (cf. figure 4.4.3).

Figure 4.11 – Exemples d’instances du modèle d’apparence par ACP : la texture d’un
visage peut s’exprimer par une texture de base (moyenne des textures de la base d’appren-
tissage) et une combinaison linéaire des premiers vecteurs propres de l’ACP.

On retrouve la modélisation par ACP dans des méthodes de référence telles que les AAM
[Cootes et Taylor, 2004], les 3DMM, et les CLM (Constraint Local Models, Cristinacce et
Cootes [2008]).

Modéliser directement les variations des niveaux de gris des pixels peut poser des pro-
blèmes de généralisation, en particulier lorsque les conditions d’illumination sont différentes
entre la base d’apprentissage et les images de test. Pour réduire la sensibilité aux condi-
tions d’éclairage, les représentations qui s’appuient sur les contours de l’image ont sou-
vent été employées [Cootes et Taylor, 2001; Le Gallou, 2007; Stegmann et Larsen, 2003].
Kittipanya-ngam et Cootes [2006] ont comparé différents prétraitements des images et ont
montré qu’une normalisation non-linéaire des gradients améliore à la fois la précision et la
robustesse de l’alignement. Une autre manière d’améliorer la robustesse vis-à-vis de l’illu-
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mination est de modéliser explicitement ces variations. Sclaroff et Isidoro [2003] incluent
dans leur modèle des paramètres pour moduler le contraste et la luminance de la texture.

Une approche plus globale consiste à prendre en compte les différentes sources de va-
riations d’apparence du visage telles que l’illumination, l’identité et les expressions faciales.
Les travaux récents sur les modèles multi-linéaires [Vasilescu et Terzopoulos, 2005] offrent
un moyen de les découpler. Ils ont été utilisés pour modéliser l’apparence d’un AAM [Gon-
zalez et al., 2007; Abboud et Davoine, 2005]. Cette technique implique la constitution d’une
base de données de grande dimension, représentative de l’ensemble de ces variations. Cela
se traduit par une augmentation du nombre de paramètres à optimiser. Gross et al. [2005]
montrent empiriquement qu’un modèle spécifique est plus facile à aligner qu’un modèle
générique. Séguier et al. [2009] et Lee et Kim [2009] proposent un AAM qui s’adapte au
visage à aligner. Pour Séguier et al. [2009] l’optimisation s’opère en deux phases. Dans
un premier temps le visage est aligné avec un modèle AAM générique construit à partir
d’exemples de visages inexpressifs de face. Les paramètres issus du processus d’alignement
sont ensuite utilisés pour sélectionner et aligner un modèle d’apparence adapté à l’identité
de la personne et qui prend en compte des variations de poses et d’expressions.

Le chapitre 3 nous a montré que la représentation par pixel était naturelle pour l’homme
mais qu’elle n’était pas forcément la plus adaptée. Dans [Wiskott et al., 1997], le voisinage
des points du modèle est décrit par un ensemble de jets de Gabor. Il s’agit d’un vecteur
résultant de la concaténation des amplitudes de la convolution de l’image par des filtres
correspondant à des ondelettes de Gabor à différentes orientations et différentes échelles
en un point de l’image (cf. figure 4.12). Van Ginneken et al. [2002] convoluent l’image

Image originale

Ondelettes
de Gabor Partie imaginaire Amplitude

Résultat de la convolution Jet Graphe de l’image

Figure 4.12 – Illustration d’un jet de Gabor.

avec des dérivées de gaussiennes à différentes échelles puis construisent des histogrammes
à partir de la réponse des filtres. Les points du modèle sont caractérisés par les moments
de ces histogrammes, technique standard en analyse de texture [Unser, 1986]. Il existe une
multitude d’autres descripteurs pour caractériser l’apparence tels que les ondelettes de Haar
[Liu, 2009; Wimmer et al., 2008; Wu et al., 2008].
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4.5 Fonctions de coût

L’objectif de la fonction de coût est d’évaluer l’adéquation entre les paramètres du mo-
dèle et l’image. Elle s’appuie sur le modèle d’apparence décrit précédemment pour quantifier
la qualité de l’alignement du modèle de forme. On cherche une fonction de coût F telle que
argmin

b
F (I, s(b),a) = argmin

b
d (s(b), s∗).

4.5.1 Fonctions de coût empiriques

Les fonctions de coût empiriques sont le fruit d’un choix du concepteur de la méthode
d’alignement. Elles découlent souvent du modèle d’apparence choisi. Ainsi, pour une mo-
délisation de l’apparence par une distribution gaussienne, une fonction de coût potentielle
sera la distance de Mahalanobis.

Dans le cas d’un ASM, on évalue la position d’un point du modèle dans l’image par :

fi (I, si) = (gloc(I, si)− ḡi)TΣ−1
i (gloc(I, si)− ḡi) (4.5)

avec gloc(I, si) le vecteur des pixels du profil normal du ième point du modèle. La matrice
de covariance Σi et la moyenne des niveaux de gris ḡi de ce point ont été estimées sur un
ensemble d’apprentissage et constituent le modèle d’apparence. La fonction de coût locale
fi(I, si) est proportionnelle au log de la probabilité que l’observation gloc(I, si) soit issue de
la distribution. La fonction de coût de l’ASM correspond à la somme des distances pour les
Npt points du modèle de forme :

F(I,b) =
Npt∑
i=1

fi(I, si(b)) (4.6)

Certains modèles sont capables de synthétiser de grandes variétés d’apparences de vi-
sages (AAM, 3DMM). L’objectif est de générer l’instance du modèle qui ressemble le plus à
l’image observée. Cette ressemblance est quantifiée par l’erreur quadratique moyenne entre
gmod le vecteur de pixels du modèle et gglob celui de l’observation [Cootes et Taylor, 2004].

F(I,b,a) =
∥∥∥gglob(I, s(b))− gmod(a)

∥∥∥2
(4.7)

Cette fonction de coût présente deux inconvénients. D’une part, le pouvoir d’expression
du modèle doit être suffisamment important pour synthétiser l’apparence du visage dans
l’image observée. Sinon, le score de la fonction de coût ne sera pas nécessairement minimum
pour le bon jeu de paramètres du modèle. D’autre part, cette fonction de coût peut contenir
des minima locaux, ce qui restreint le rayon de convergence du modèle.

Romdhani et Vetter [2005] apportent une réponse à ce problème en combinant linéaire-
ment plusieurs modèles d’apparence afin de lisser la fonction de coût. L’idée directrice est
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que les fonctions de coût associées à chaque modèle d’apparence contiennent des minima
locaux mais que la position de ces minima dans l’espace des paramètres varie en fonction
du modèle d’apparence ; à l’exception du minimum global qui correspond au bon jeu de pa-
ramètres. Ainsi la combinaison des différents modèles aura pour effet de lisser la fonction de
coût par compensation des minima locaux et de renforcer le minimum global. La figure 4.13
illustre ce principe. La première ligne montre différentes caractéristiques issues de l’image
(image features). Des connaissances a priori sur le modèle (model features) de forme et
de texture sont également introduites. La deuxième ligne représente les fonctions de coût
de chaque apparence en fonction des rotations du modèle suivant l’angle pan. Leur combi-
naison améliore la fonction de coût qui sera minimisée (fitting). Les performances de cette
solution restent toutefois très dépendantes du concepteur puisque le choix des descripteurs
images et du poids de leur contribution dans la fonction de coût est empirique.

Figure 4.13 – Une combinaison linéaire de différents modèles d’apparence améliore l’aspect
de la fonction de coût [Romdhani et Vetter, 2005]

Gacon et al. [2005] proposent une fonction originale permettant de prendre en compte
des variations de l’apparence fortement non-linéaire. Ils utilisent les filtres de dérivées de
gaussiennes pour caractériser localement l’apparence. L’idée est de prédire, à l’aide d’un
réseau de neurones, la réponse de ces filtres en fonction des paramètres de forme du modèle.
La fonction de coût est alors la différence entre la prédiction du réseau et la valeur des
descripteurs.

4.5.2 Fonctions de coût adaptées

Nous venons de voir que les fonctions de coût empiriques présentaient deux inconvé-
nients majeurs. Lorsqu’on perturbe les paramètres du modèle de forme, la fonction de coût
peut présenter des minima locaux. Cette particularité est très gênante pour le processus
d’optimisation car il peut converger vers cette solution. Les approches locales d’optimisation
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telles que la descente de gradient sont particulièrement sensibles à ces minima locaux. Le
second inconvénient est que l’un de ces minima peut correspondre au minimum global de la
fonction. Dans ce cas, même l’algorithme d’optimisation le plus performant ne pourrait pas
trouver les bons paramètres du modèle. Ces problèmes apparaissent principalement parce
que le modèle d’apparence et la fonction de coût sont conçus sans considérer l’informa-
tion au voisinage des bons paramètres du modèle. Cette idée, illustrée dans la figure 4.14,
consiste donc à apprendre une fonction de coût adaptée en utilisant durant la phase d’ap-
prentissage à la fois l’apparence des visages g(I, s(b∗I)) avec les bons paramètres du modèle
b∗I et l’apparence au voisinage g(I, s(b∗I + ∆b) (figure 4.14b).

Fonction de coût
empirique

Fonction de coût
apprise

(a)

(c)

(b)

(d)

Image de testImages 
d’apprentissage

Réponse de la fonction de cout

Figure 4.14 – Principe d’une fonction de coût adaptée. (a) Seule l’apparence des visages
bien alignés est exploitée. (b) La fonction de coût a plusieurs minima locaux et son minimum
global ne correspond pas aux bons paramètres du modèle (point noir). (c) La conception de
la fonction de coût prend en compte l’apparence du visage au voisinage des bons paramètres
du modèle. (d) La surface de la fonction de coût apprise est améliorée et le minimum global
est à la bonne position. (Schéma inspiré de Nguyen et De la Torre, 2010).

4.5.2.1 Approches par classification

Elles s’appuient sur un modèle d’apparence discriminant (cf. section 4.4.1). L’objectif
est de construire un classifieur capable d’identifier les bonnes positions du modèle. Li et Ito
[2005] utilisent l’algorithme AdaBoost pour apprendre les bonnes positions des points du
modèle. Ils montrent expérimentalement qu’une fonction de coût locale, définie par la sortie
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du classifieur, donne de meilleurs résultats que la distance de Mahalanobis. La figure 4.15
montre un exemple des réponses de la fonction de coût le long du profil normal.

Figure 4.15 – Image de gauche : un point du modèle (point rouge) et son profil normal
(ligne verte). Graphique 1 : distribution des niveaux de gris le long du profil. Graphique
2 : distance de Mahalanobis le long du profil. Graphique 3 : score par AdaBoost le long du
profil

Les Boosted Appearance Models (BAM) de Liu [2009] exploitent une idée similaire.
L’algorithme GentleBoost est utilisé pour sélectionner les filtres de Haar pertinents pour
distinguer les bons alignements des mauvais. Les descripteurs de Haar sont calculés sur un
modèle d’apparence global.

Van Ginneken et al. [2002] proposent une autre manière d’utiliser un classifieur pour
évaluer la qualité de l’alignement. Un classifieur H est entraîné à répondre 1 si un pixel
appartient à la forme à segmenter et 0 sinon. La fonction de coût locale est la somme des
différences absolues entre la sortie du classifieur et la sortie attendue. Pour chaque élément
g(j)
loc du profil normal :

fi(I, si) =
1∑

j=−k
H (g(j)

loc(I, si)) +
k∑
j=0

1−H (g(j)
loc(I, si)) (4.8)

avec les indices le long du profil gloc allant de −k à k (profil orienté de l’extérieur vers
l’intérieur de l’objet).

Les approches par classification donnent de bons résultats car la position du minimum
de la fonction de coût est apprise en tenant compte de l’apparence au voisinage de la bonne
position du modèle. Toutefois, utiliser la sortie du classifieur comme fonction de coût ne
nous garantit pas que le coût augmente à mesure que l’on s’éloigne de la bonne position.

4.5.2.2 Approches par régression

L’idée directrice, illustrée dans la figure 4.16, est de définir une fonction de coût idéale
(figure 4.16b) et d’apprendre, à partir d’exemples plus ou moins bien alignés (figure 4.16d),
une fonction avec un comportement similaire (figure 4.16e). Ces approches ne considèrent
pas l’alignement comme un problème binaire (bien/mal aligné) mais comme un processus
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continu, et cherchent à répondre au problème des minima locaux qui ne sont pas pris en
compte dans les approches par classification.

(b)

(c)

(d)

(e)

(a)

Figure 4.16 – (a) Profil d’un point du sourcil. (b) Fonction de coût idéale. (c) Image le
long du profil. (d) Données d’apprentissage. (e) Fonction de coût apprise [Wimmer et al.,
2008]

Fonctions de coût idéales Intuitivement, on souhaite que la valeur retournée par la fonc-
tion de coût :

– Soit minimum lorsque le modèle est bien aligné.
– Augmente à mesure que le modèle s’éloigne de sa bonne position.

Ces deux caractéristiques définissent la fonction de coût idéale. Wimmer et al. [2008] ont
formalisé les deux propriétés d’une telle fonction de coût :

– La propriété d’exactitude P1 : le minimum global de la fonction de coût correspond à
la meilleure position du modèle. La propriété est vérifiée si pour tout b tel que b 6= b∗I
alors :

F (I,b∗I) < F (I,b) (4.9)

– La propriété d’unimodalité P2 : la fonction de coût n’a ni extrema locaux ni points
selles. La propriété est vérifiée s’il existe un m unique qui pour tout b 6= m :

F (I,m) < F (I,b) (4.10)

et si pour tout b 6= m alors :
∇F (I,b) 6= 0; (4.11)

La figure 4.17 montre quatre exemples de fonctions avec et sans les propriétés P1 et
P2. La ligne en pointillés correspond au meilleur jeu de paramètres b∗I . Un algorithme
d’optimisation, qui s’appuie sur la fonction de coût avec ces deux propriétés, est sûr que
le minimum local trouvé corresponde au minimum global de la fonction, et que la solution
coïncide avec le meilleur jeu de paramètres du modèle.
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Figure 4.17 – Chaque figure correspond à un exemple de fonction de coût satisfaisant ou
non les propriétés P1 et P2. La fonction de coût est dite idéale lorsque P1 et P2 sont
respectées. Illustration tirée de Wimmer et al. [2008]

Apprentissage de la fonction de coût Wimmer et al. [2008] proposent une instance de
la fonction de coût. Il s’agit d’une fonction de coût locale qui mesure la distance entre un
point dans l’image x et un point de la forme bien aligné si(b∗I) :

f ∗i (I,x) = |x− si(b∗I)| (4.12)

A partir de cette définition et d’une base de données annotée, Wimmer et al. génèrent
automatiquement des exemples d’apprentissage en déplacant chaque point du modèle le
long de son profil normal (cf. figure 4.18(b)). Chaque point est décrit par un ensemble
d’ondelettes de Haar disposées sur une grille qui est centrée sur le point et orientée suivant
son profil (figure 4.18(b)). La fonction de coût idéale (équation (4.12)) est apprise par un
arbre de régression qui réalise simultanément le processus d’apprentissage et de sélection
des ondelettes.

(a) (b)

Figure 4.18 – (a) Les exemples d’apprentissage sont choisis uniformément le long du profil.
(b) Un point est caractérisé par un ensemble d’ondelettes de Haar sélectionnées automati-
quement.

Brunet et al. [2009] proposent une autre façon d’apprendre la fonction de coût idéale.
Ils partent du constat que l’erreur de reconstruction (définie précédemment par l’équation
(4.7)) n’est pas une fonction de coût convexe pour les modèles d’apparence par ACP. Ils
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définissent la réponse de la fonction de coût désirée f ∗ par une gaussienne inversée, dont le
minimum correspond à la position correcte du point dans l’image et les axes correspondent
aux directions de déplacement dans l’image. Ces déplacements ∆x s’effectuent dans le
voisinage N de la bonne position du point dans l’image. Brunet et al. cherchent alors un
espace de projection B dans lequel l’erreur de reconstruction se comporte comme la fonction
de coût désirée. Ce sous-espace est obtenu en minimisant :

Ei =
Nim∑
j=1

∑
∆x∈N

(
αjf ∗(∆x) + βj −

‖gloc(Ij , si + ∆x)− ḡmod −Baj‖2

‖gloc(Ij , si + ∆x)‖2

)2

(4.13)

par rapport à B, aj , αj et βj , pour les Nim de la base d’apprentissage. Les coefficients αi
et βi sont des facteurs d’échelle et de décalage de la fonction de coût pour chaque image.
Brunet et al. proposent une méthode itérative pour minimiser cette grandeur : ils cherchent
alternativement une solution analytique pour αi et βi puis une solution pour B par une
descente de gradient.

Nguyen et De la Torre [2010] définissent une fonction de coût quadratique qui peut
s’appliquer à de nombreux modèles d’apparence (ASM, AAM, CLM . . . ). Cette fonction
est de la forme :

F(I,b) = gglob(I, s(b))TAgglob(I, s(b)) + 2cTgglob(I, s(b)) (4.14)

Apprendre la fonction de coût revient à estimer les valeurs de la matrice symétrique A et
du vecteur c en respectant deux contraintes :

– Un minimum local à la bonne position : le gradient de la fonction de coût est nul pour
b = b∗I .

– Pas d’autres minima dans le voisinage de b∗I : la direction indiquée par la descente de
gradient et le vecteur de déplacement vers la bonne position b∗I doivent être colinéaires.

Nguyen et De la Torre [2010] montrent que si l’on utilise un développement en série de
Taylor du premier ordre pour approximer le gradient de la fonction de coût, l’apprentissage
se ramène à un problème d’optimisation quadratique avec des contraintes linéaires sur A
et c.

Les Boosted Ranking Models (BRM), proposés par Wu et al. [2008], conservent le mo-
dèle de forme et d’apparence des BAM mais utilisent une manière originale d’apprendre
une fonction de coût convexe dans le voisinage du bon alignement. Wu et al. restreignent
le problème d’apprentissage de cette fonction à la conception d’un classifieur qui détermine
si une modification des paramètres du modèle de forme améliore l’alignement. Un clas-
sifieur fort apprend par boostingbrunet09iccvw laquelle des deux observations, gglob(I,b1)
et gglob(I,b2), correspond au meilleur alignement. Pour y parvenir, il faut constituer un
ensemble d’apprentissage contenant des exemples négatifs (mal alignés) et positifs (mieux
alignés). Pour chaque image labélisée, on tire aléatoirement N∆b vecteurs de perturbation
∆bu qui serviront à créer l’ensemble d’apprentissage (cf. figure 4.19(a)). Les exemples posi-
tifs sont définis par des paires ordonnées de textures normalisées en forme (transférées vers
une forme de référence)(

gglob(I, s(bi + v∆bu)),gglob(I, s(bi + (v + 1)∆bu))
)

(4.15)
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avec v un entier positif qui module l’amplitude de la déformation. A chaque exemple posi-
tif correspond un exemple négatif

(
gglob(I, s(bi + (v + 1)∆bu)),gglob(I, s(bi + v∆bu))

)
. Ils

utilisent ensuite l’algorithme GentleBoost pour entrainer des classifieurs faibles. Ces der-
niers sont des filtres de Haar dont la réponse est seuillée. A la sortie de l’algorithme, on
obtient une fonction de coût définie par la somme des classifieurs faibles sélectionnés (cf.
figure 4.19(b)).

(a)

(1) (2) (3)

(b)

Figure 4.19 – Boosted Ranking Models [Wu et al., 2008]. (a) Exemples d’apprentissage (b)
Filtres de Haar sélectionnés : (1) les 5 premiers (2) les 10 suivants (3) la densité spatiale
des 50 premiers filtres.

4.6 Méthodes de recherche

L’étape de recherche consiste à trouver les paramètres qui ajustent au mieux le modèle
dans l’image. Cette section présente un tour d’horizon des principales méthodes d’estimation
de paramètres pour l’alignement. On distingue les recherches globales, qui recherchent une
solution dans tout l’espace des paramètres (grid search ou méthodes par vote par exemple),
des recherches locales qui visent à améliorer séquentiellement une estimation grossière de
la solution (descente de gradient, optimisation de Gauss-Newton. . . ).

4.6.1 Recherche globale

Une recherche exhaustive ou naïve (grid search, recherche purement aléatoire. . . ) n’est
pas envisageable car la solution b̃ est dans RNparam , avec Nparam le nombre de paramètres
du modèle pouvant être relativement grand. D’autres méthodes déterministes, telles que la
transformée de Hough généralisée [Ballard, 1987], peuvent être utilisées. Elles reposent sur
une discrétisation de l’espace des paramètres qui implique un compromis entre temps de
calcul et précision. Les méthodes stochastiques sont plus répandues pour aligner un visage.
Sattar et al. [2008] utilisent un algorithme génétique pour optimiser les paramètres d’un
modèle 2.5D. Kalinkina [2009] aligne finement certaines zones de son modèle à l’aide d’un
recuit simulé. Des filtres particulaires sont souvent mis en œuvre dans des applications de
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suivi [Dornaika et Davoine, 2008] mais ils sont difficilement exploitables lorsque la zone
de recherche ou la dimension de l’espace est trop grande. Dans l’ensemble, les méthodes
d’optimisation globale ont une bonne couverture de l’espace de recherche au détriment de
la charge de calcul. Elles seront donc bien adaptées lorsqu’on n’a pas d’estimation grossière
de la solution, lorsque la fonction de coût à optimiser a de nombreux mimina locaux ou
lorsque le nombre de paramètres à optimiser est faible. On pourra également utiliser le
résultat d’une optimisation globale comme initialisation d’une optimisation locale.

4.6.2 Recherche locale

Les méthodes locales partent d’une estimation grossière de la solution et cherchent à
l’améliorer, le plus souvent par un processus itératif. Ces méthodes sont donc très sensibles
aux minima locaux et sont bien adaptées aux fonctions de coût convexes. On distingue les
méthodes orientées projections de celles orientées paramètres. La première catégorie cherche
dans l’image la meilleure position de chaque point indépendamment des positions relatives
des autres points du modèle, puis cherche une solution admissible des paramètres du modèle
qui décrit au mieux l’agencement des points dans l’image. La seconde catégorie recherche
la meilleure position du modèle en agissant directement sur les paramètres du modèle.

4.6.2.1 Recherche orientée projections

On peut décomposer le processus d’estimation des paramètres du modèle en trois étapes.
Dans un premier temps, le modèle s est projeté dans l’image à partir d’une première estima-
tion de b. La position de chaque composante du modèle si est ensuite optimisée séparément.
Il s’agit de trouver dans l’image une position voisine de si qui minimise la fonction de coût
locale fi. Il est intéressant de noter que la recherche s’effectue dans l’image et donc dans
un espace à 2 dimensions. Enfin, on estime les paramètres du modèle qui décrivent au
mieux les nouvelles positions des points du modèle dans l’image. Ces trois étapes sont sou-
vent réalisées itérativement. L’ASM est le représentant le plus populaire de cette catégorie
d’alignement.

L’espace de recherche à deux dimensions constitue le principal avantage des approches
par projections puisqu’il permet une recherche exhaustive de la bonne position pour chaque
point du modèle. Ces méthodes présentent toutefois d’importantes limitations :

1. Elles nécessitent une fonction de coût par point. Cet aspect peut être contraignant
lorsque le nombre de points du modèle est important et que la fonction de coût est
apprise.

2. Si les fonctions de coût locales sont convexes, rien ne garantit que la fonction de coût
globale le soit également.

3. Ce type d’optimisation est sensible aux données aberrantes et peut facilement diver-
ger. En effet, les contraintes sur le modèle étant relâchées dans la deuxième phase
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de l’algorithme, un point du modèle peut s’éloigner de sa bonne position et attirer le
modèle vers lui.

4.6.2.2 Recherche orientée paramètres

Ce type de méthode agit directement sur le vecteur de paramètres pour trouver le
modèle qui décrit au mieux le contenu de l’image. Pour trouver la bonne solution, on peut
soit estimer la modification des paramètres à effectuer pour améliorer l’alignement, soit
optimiser une fonction de coût.

Apprentissage du déplacement On apprend une fonction de correspondance entre l’appa-
rence g(I, s(b)) et la mise à jour des paramètres ∆b à partir d’un ensemble d’apprentissage :

{g(Ij , s(b∗I + ∆bi)),∆bi}i=1...Ndef ,j=1...Nim
(4.16)

avec Ndef le nombre de perturbations et Nim le nombre d’image de la base d’apprentissage ;
Dans la formulation des AAM de Cootes et al. [1998], la mise à jour des paramètres de forme
et d’apparence est apprise par une régression linéaire multivariée.

b← b−A(gglob(I, s(b))− gmod) (4.17)

Si la solution est loin de l’approximation initiale, les premières estimations de b ne seront pas
précises mais l’erreur entre l’apparence observée gglob(I, s(b)) et l’apparence du modèle gmod
devrait diminuer. Le processus devrait alors converger après plusieurs itérations. Différentes
solutions ont été proposées pour améliorer l’apprentissage de la fonction de correspondance.
Ybanez et al. [2007] ou Donner et al. [2006] utilisent par exemple une Analyse Canonique
des Correspondances (ACC). Les displacement experts de Williams et al. [2005] s’appuient
sur un RVM Tipping [2001]. Ces méthodes n’ont théoriquement pas besoin de fonction de
coût puisqu’elles intègrent un critère d’arrêt : lorsque le vecteur de déplacement est nul ou
après quelques oscillations. Elles sont toutefois souvent couplées avec une fonction de coût
(l’erreur de reconstruction dans le cas de AAM) ou un détecteur [Williams et al., 2005; Li
et al., 2007a] pour valider l’alignement.

Optimisation de la fonction de coût L’alignement consiste à minimiser la fonction de
coût

b̃ = argmin
b

F (I,b,a) (4.18)

Les approches par descente de gradient ont naturellement été explorées pour optimiser
cette fonction. Blanz et Vetter [1999] utilisent une méthode de gradient stochastique qui
évite en partie les minima locaux en ajoutant du bruit dans l’estimation du gradient. Le
problème principal des méthodes par descente de gradient concerne l’estimation du pas.
Sclaroff et Isidoro [2003] utilisent une méthode du second ordre, l’algorithme de Levenberg-
Marquardt pour estimer ce pas. Cette méthode repose cependant sur l’estimation de la
matrice Hessienne qui est gourmande en temps de calcul et en place mémoire.
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Pour les AAM, la fonction de coût la plus utilisée est l’erreur quadratique de recons-
truction donnée par l’équation (4.7). L’algorithme d’optimisation de Gauss-Newton est
particulièrement bien adapté pour ce type de problème. Il nécessite toutefois de connaître
ou d’estimer la matrice Jacobienne de F par rapport à b. Cootes et al. [1998] font l’hypo-
thèse que cette matrice est constante et que, par conséquent, elle peut être pré-calculée. La
méthode projected out de Matthews et Baker [2004], une adaptation aux AAM de la mé-
thode de composition inverse [Matthews et Baker, 2004], a permis de relâcher la contrainte
sur la Jacobienne. C’est une méthode très rapide mais son rayon de convergence et son
pouvoir de généralisation sont relativement faibles [Gross et al., 2005].

4.6.2.3 Méthodes heuristiques

La sensibilité aux minima locaux constitue l’inconvénient majeur des méthodes locales
d’optimisation. De nombreuses stratégies ont été déployées pour les éviter. Cootes et Taylor
[2001] alignent le modèle sur une image dont la résolution augmente à mesure que l’on se
rapproche de la bonne solution. Ceci a pour effet de lisser la fonction de coût dans les
premières itérations. Dornaika et Ahlberg [2006] proposent une forme de relaxation en
approximant successivement les paramètres de transformation rigide et les paramètres de
déformation du modèle. Mercier [2007] obtient de meilleurs alignements en découplant ces
deux paramètres. Il propose également l’utilisation d’une fonction de coût robuste pour
améliorer alignement en cas d’occultation du visage.

4.7 Discussion

Cet état de l’art a mis en évidence l’importance de la fonction de coût dans le processus
de l’alignement de visages. Récemment, le choix et la conception de cette fonction ont reçu
une attention accrue. La méthode que nous présentons au chapitre suivant s’inscrit dans
cette lignée. Nous avons privilégié une approche par régression car elle permet d’apprendre
une fonction de coût avec peu de minima locaux et un minimum global qui correspond
au meilleur ajustement du modèle dans l’image. Encouragés par les résultats obtenus pour
l’estimation de la pose de la tête, nous avons choisi d’utiliser BISAR pour approximer la
fonction de coût idéale. Ce sera églament l’occasion de valider BISAR sur une nouvelle
problématique.

On souhaite laisser le choix à l’algorithme des zones de textures les plus pertinentes
pour évaluer l’alignement. Nous avons donc naturellement privilégié un modèle d’appa-
rence globale qui ne fait pas d’hypothèse a priori sur les régions pertinentes. Par ailleurs,
l’utilisation d’une fonction de transfert de la texture (warping) vers une forme constante
permet de rendre l’apparence invariante aux changements de pose, d’expression et de mor-
phologie du visage. Nous avons également conservé les mêmes descripteurs de texture que
pour l’estimation de la pose. Les filtres de Haar ont d’ailleurs été utilisés avec succès dans
les méthodes d’alignement [Wu et al., 2008; Wimmer et al., 2008].
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Le modèle de forme est standard. Nous avons opté pour un modèle statistique 2D par
ACP pour :

– Son adaptabilité aux données : contrairement aux modèles analytiques tel que Can-
dide, il est très facile d’adapter parfaitement un modèle dans une image lorsque la
position des points caractéristiques dans l’image est connue. Cet aspect est d’autant
plus important que nous avons besoin dans notre méthode d’exemples de modèles
plus ou moins bien alignés.

– Sa diffusion : c’est un modèle très répandu et éprouvé en alignement de visage.
– Sa compacité : les modèles statistiques permettent de modéliser de nombreuses varia-
tions avec un faible nombre de paramètres.

– Sa facilité de mise œuvre : ils ne nécessitent qu’une base de données d’images annotées.
La difficulté de notre approche repose sur l’apprentissage de la fonction de coût. Si

cette étape s’est bien passée, c’est-à-dire si la fonction apprise est relativement convexe
dans le voisinage de la bonne position, alors une méthode simple d’optimisation locale telle
qu’une descente de gradient peut être envisagée. Nous utiliserons la méthode proposée par
Dornaika et Ahlberg [2006] car elle est simple à implémenter, a peu de paramètres à ajuster
et ne nécessite pas de matrices jacobiennes empiriques ou analytiques.
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Chapitre 5

Alignement par apprentissage de la
fonction de coût

Dans ce chapitre, nous présentons BiBAM (pour Bisar Based Appearance Model), notre
nouvelle méthode d’alignement d’un modèle déformable dans une image.

5.1 Modèle de forme

Le modèle de forme est le modèle de distribution de points (PDM de l’anglais Point
Distribution Model) couramment utilisé dans les ASM et les AAM. Il s’agit d’un modèle
filaire défini par la position d’un ensemble de points 2D. Mathématiquement, un modèle de
forme s est défini par les coordonnées des Npt points qui le composent :

s =
(
x1, y1, x2, y2, . . . , xNpt , yNpt

)
; (5.1)

L’objectif du PDM est de modéliser les variations de forme propres au visage à partir
d’un ensemble d’exemples. Chaque exemple correspond à un agencement spécifique des
points du modèle issus d’une image de visage labélisée. La figure 5.1 présente un exemple
de visage annoté avec 37 points caractéristiques.

Nous distinguerons deux types de paramètres :

– Les paramètres externes : ils modélisent les transformations géométriques liées à la
position et à la focale de la caméra ainsi que la position, l’orientation et la taille du
visage dans le plan image.

– Les paramètres internes : ils correspondent à toutes les autres sources de variations.
Il s’agit principalement des variations de morphologie et d’expression du visage ; en
2D ces paramètres modélisent également les rotations hors-plan de la tête.

Comme au chapitre 4 nous appellerons déformation les variations des paramètres in-
ternes. Ces déformations seront modélisées par une analyse statistique. Par contre les para-
mètres externes ont une formulation analytique simple et compacte. Nous allons donc, dans
un premier temps, supprimer les variations attribuables à ces transformations externes.
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Figure 5.1 – Exemple d’un visage labélisé.

5.1.1 Alignement des exemples d’apprentissage

L’analyse procrustéenne est une méthode couramment utilisée pour aligner un ensemble
de formes dans un référentiel commun. Elle consiste à minimiser la somme des distances
quadratiques de chaque forme à la moyenne (d =

∑
i ‖si − s̄‖2) en fonction des paramètres

externes. Cette minimisation est obtenue par la méthode itérative présentée dans la fi-
gure 5.2.

1. Translater les Nex formes de manière à ce que leur centre de gravité soit à l’origine.
2. Calculer la moyenne de ces formes s̄ et normaliser s̄← s̄1.
3. Choisir cette forme comme forme de référence.
4. Aligner chaque exemple d’apprentissage sur cette forme de référence.
5. Calculer la nouvelle estimation de la forme moyenne
6. Aligner la forme moyenne sur la forme de référence et la normaliser.
7. Aller à 4 tant que la moyenne des formes alignées varie significativement par rapport à

l’itération précédente

Figure 5.2 – Méthode d’alignement procrustéen.

A l’étape 4, toutes les formes sont centrées sur l’origine. L’alignement de deux formes
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5.1. Modèle de forme

s1 et s2 consiste donc à trouver le coefficient de mise à l’échelle k et l’angle de rotation θ
qui minimise |Tk,θ(s1)− s2|2, la somme des distances entre les points du modèle s2 et ceux
du modèle s1 ayant subi une rotation et un changement d’échelle. Cootes [2000] propose
une méthode simple d’estimation de k et θ. Soit :

a = (s1
T s2)/|s1|2 (5.2)

b =
(

V∑
i=1

(xi,1yi,2 − yi,1xi,2)
)
/|s1|2 (5.3)

L’angle de rotation et le coefficient de mise à l’échelle sont alors donnés par :

θ = arctan(b/a) (5.4)

k =
√
a2 + b2 (5.5)

La figure 5.3 illustre le résultat de la première et de la dernière étape de l’alignement
procrustéen.

100 200 300 400 500

100

150

200

250

300

350

400

450

(a)

−100 −50 0 50 100

−100

−50

0

50

(b)

−0.3 −0.2 −0.1 0 0.1 0.2 0.3

−0.25

−0.2

−0.15

−0.1

−0.05

0

0.05

0.1

0.15

(c)

Figure 5.3 – Exemple d’alignement procrustéen. (a) Ensemble des formes avant alignement.
(b) Ensemble des formes centrées à l’origine (étape 1 de la méthode). (c) Ensemble des
formes après alignement ; les points verts correspondent à la forme moyenne.

5.1.2 Modélisation des variations de forme

La section précédente décrivait une méthode pour aligner les formes dans un référentiel
commun. Cette partie présente un moyen de modéliser la variation des formes dans ce réfé-
rentiel. L’objectif est d’exploiter les corrélations entre les mouvements des différents points
du modèle afin de réduire le nombre de paramètres de déformation du modèle de forme.
Par exemple, dans le cas très simple d’une translation suivant un axe, un seul paramètre
est nécessaire pour décrire le déplacement de l’ensemble des points du modèle. L’analyse
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Chapitre 5. Alignement par apprentissage de la fonction de coût

en Composante Principale, déjà évoquée au chapitre 1.2.1, est une approche classiquement
employée pour modéliser des variations de forme. Elle consiste à :

1. Estimer la forme moyenne

s̄ = 1
Nex

Nex∑
i=1

si (5.6)

2. Estimer la matrice de covariance

C = 1
Nex − 1

Nex∑
i=1

(si − s̄)(si − s̄)T (5.7)

3. Calculer les vecteurs propres φi et les valeurs propres associées λi de C. Les valeurs
propres sont triées telles que |λi| ≥ |λi+1|.

En conservant lesNp premiers vecteurs propres, ont peut approximer n’importe quelle forme
de la base d’apprentissage par :

s ≈ s̄ +
Np∑
i=1

piφi (5.8)

Cette équation peut s’écrire matriciellement :

s ≈ s̄ + Φp (5.9)

avec Φ = (φ1|φ2| . . . |φNp
) la matrice contenant en colonne les Np vecteurs propres et

p le vecteur regroupant les paramètres de déformation pi. On peut ainsi générer différentes
instances du modèle en faisant varier les éléments de p. La figure 5.4 illustre une instance
du modèle obtenue à partir des exemples de la figure 5.3
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Figure 5.4 – Exemple d’instanciation du modèle de forme.

La figure 5.5 représente des exemples générés à partir du modèle de forme. Chaque
ligne correspond à la variation d’un paramètre. Les paramètres sont bornés entre −3

√
λi

(colonne de gauche) et 3
√
λi (colonne de droite).

Inversement, il est possible de déterminer les paramètres du modèle qui ont permis de
générer une forme :

p = ΦT (s− s̄) (5.10)
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5.2. Modèle d’apparence

Figure 5.5 – Exemples générés à partir des premiers vecteurs propres du modèle de forme.

L’équation 5.9 exprime uniquement les déformations internes du modèle. Pour décrire
complètement l’état du modèle dans une image, il faut également définir la transformation
géométrique T (s; q). Le vecteur q = (tx, ty, k, θ) regroupe les paramètres externes que nous
avions éliminés lors de l’étape d’alignement. T (s; q) correspond donc à une similitude dans
le plan. Par exemple, appliquée au point x = (x, y) on obtient :

T (x; q) =
(
k cos θ −k sin θ
k sin θ k cos θ

)(
x

y

)
+
(
tx
ty

)
(5.11)

Aligner un modèle consistera donc à déterminer les paramètres internes p et externes
q qui décrivent au mieux la forme d’un visage dans une image inconnue.

5.2 Modèle d’apparence

Le modèle d’apparence vise à caractériser la texture située à l’intérieur du polygone
joignant les points de la frontière du modèle de forme. Dans la suite du document, on
désignera cette zone comme l’intérieur du modèle de forme. On distingue les deux étapes
suivantes :

– Le transfert de texture : pour une position donnée du modèle de forme dans l’image
courante, on extrait sa texture et on la transfère vers un modèle de référence (s̄ par
exemple). Cette étape a pour effet de rendre la texture indépendante des variations
de forme.

– L’extraction de caractéristiques pour décrire la texture transférée.
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5.2.1 Transfert de texture

Soit S l’ensemble des coordonnées des pixels x = (x, y) contenus à l’intérieur de la
forme de référence s̄ et W (x; p,q) une fonction de transfert (warping function en anglais)
du système de coordonnées de la forme de référence vers le système de coordonnées image.
Cette fonction dépend des paramètres internes p et externes q comme le montre la figure
5.6.

Image courante

(a)

Texture transférée

(b)

Figure 5.6 – Transfert de texture. (a) La fonction de transfert W (x; p,q) associe à un
pixel x du modèle de référence s̄, le pixel correpondant dans l’instance s(p,q) du modèle
dans l’image. (b) I(W (x; p,q)), la texture du modèle s(p,q) transférée vers le modèle de
référence s̄.

Si l’on définit un maillage triangulaire à partir des points du modèle 1, la fonction
de transfert peut être définie comme une transformation affine pour chaque triangle. La
figure 5.7 présente une méthode de transfert de texture.

Il est intéressant de noter que les deux premières instructions de l’algorithme dépendent
uniquement du modèle de référence. Le triangle englobant et les coordonnées barycentriques
de chaque pixel pourront donc être estimés à l’aide d’une table de correspondance précal-
culée. Par ailleurs, les coordonnées image retournées par la fonction de transfert W (x; p,q)
ne sont pas à valeurs entières. La valeur du pixel de coordonnée x est donc issue d’une
interpolation (le plus souvent bilinéaire).

5.2.2 Descripteurs de texture et prétraitements

Nous utilisons des descripteurs image pour caractériser la texture transférée dans le
modèle de référence I(W (x; p,q)). De nombreux descripteurs peuvent convenir. Nous avons
choisi les mêmes descripteurs que pour BRM [Wu et al., 2008]. Il s’agit de l’ensemble F
des descripteurs de Haar H , précédemment décrits dans la section 3.4 de ce document.

1. Les triangles peuvent être définis manuellement ou calculés automatiquement en appliquant des algo-
rithmes tels que la triangulation de Delaunay sur la forme de référence s̄
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5.2. Modèle d’apparence

– Entrée : une forme s(p,q) définie dans l’image I
– Sortie : I(W (x; p,q)), la texture du modèle s(p,q) transférée vers le modèle de référence s̄
– Pour chaque pixel x de S :

1. Définir le triangle où x est situé
2. Calculer les coordonnées barycentriques de x dans ce triangle
3. Calculer les coordonnées de W (x; p,q) à partir des coordonnées des sommets du tri-

angle englobant dans l’image courante et des coordonnées barycentriques de x (cf.
figure 5.8)

4. Assigner la valeur I(W (x; p,q)) au pixel de coordonnée x

– Fin Pour

Figure 5.7 – Algorithme de transfert de texture.

Triangle dans le modèle de référence Triangle correspondant dans l’instance du modèle
(image courante)

Figure 5.8 – Les coordonnées W (x; p,q) sont calculées à partir des coordonnées des som-
mets du triangle englobant dans l’image courante et des coordonnées barycentriques α et
β de x.

Le modèle d’apparence correspond donc à une sélection de Ndesc descripteurs pertinents
{Hk}Ndesc

i=1 .

Nous souhaitons par ailleurs normaliser la texture par une égalisation d’histogramme.
Toutefois, il n’est pas pertinent d’appliquer l’égalisation sur la texture transférée. En effet,
lorsque le modèle n’est pas correctement aligné, la texture du modèle pourra contenir des
pixels qui n’appartiennent pas au visage que l’on souhaite segmenter. Ces pixels, intégrés
dans le calcul de l’histogramme, peuvent induire de fortes variations d’intensité lumineuse
au cours du processus d’alignement. Afin d’éviter ces variations, l’égalisation sera appliquée
sur l’image d’origine I, uniquement à partir de l’histogramme des niveaux de gris des pixels
du visage détecté (voir figure 5.9). Ainsi la normalisation sera stable au cours du processus
d’alignement et indépendante du fond de l’image.

De plus, on économise du temps de calcul en traitant l’image d’origine plutôt que la
texture transférée car le prétraitement n’est appliqué qu’une seule fois, à l’initialisation du
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Image prétraitée
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Figure 5.9 – Prétraitement : seuls les pixels de la zone du visage sont pris en compte dans
la procédure d’égalisation d’histogramme appliquée à toute l’image

processus d’alignement.

5.3 Fonction de coût

Nous venons de définir le modèle de forme et d’apparence de notre méthode d’aligne-
ment. Nous présentons dans cette partie, notre fonction de coût adaptée, qui mesurera
l’adéquation entre des paramètres du modèle et une image. Nous définirons et nous justifie-
rons dans un premier temps notre choix de fonction de coût idéale. Dans un second temps,
nous présenterons le protocole d’apprentissage de cette fonction.

5.3.1 Définition de notre fonction de coût idéale

Soit b = (pT ,qT )T le vecteur regroupant les paramètres externes et internes du modèle
de forme et s∗I la vérité terrain des points du modèle dans l’image I. Nous définissons notre
fonction de coût idéale par :

F∗(I,b) = 1
Npt
‖s(b)− s∗I‖2 (5.12)

Il s’agit de la distance euclidienne quadratique moyenne entre les points du modèle et
leur vérité terrain respective. Cette mesure est également connue sous le terme de distance
quadratique point à point. Le choix de cette fonction de coût idéale peut sembler surprenant
car la fonction n’est pas convexe. En effet, à mesure que l’on s’éloigne de b∗I dans l’espace
des paramètres, on n’est pas sûr que la valeur de la fonction de coût continue à croître. La
fonction

F∗alt(I,b) = ‖b− b∗I‖ (5.13)

est convexe et peut sembler plus judicieuse au premier abord. Nous avons toutefois privilégié
la définition (5.12) pour les raisons suivantes :
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5.3. Fonction de coût

1. La fonction (5.12) semble empiriquement convexe au voisinage de l’optimum.
2. La distance point à point est un choix naturel puisqu’elle correspond également à une

mesure souvent utilisée pour évaluer la qualité d’un alignement.
3. L’impact de la modification d’un paramètre sur le déplacement des points du modèle

dépend fortement du paramètre considéré. La première définition de la fonction de
coût prend implicitement en compte cette sensibilité en fonction des paramètres.

4. La fonction de coût (5.13) dépend de b∗I qui correspond à une valeur idéale des
paramètres. Le vecteur b∗I est défini par :

‖s(b∗I)− s∗I‖2 = 0 (5.14)

Mais rien ne garantit l’unicité ni même l’existence de b∗I . Par contre la fonction de
coût (5.12) dépend de la vérité terrain s∗I qui est connue.

5.3.2 Apprentissage de la fonction de coût

Apprendre la fonction de coût consiste à apprendre, pour chaque image de la base
d’apprentissage, la relation entre l’apparence de la forme pour différentes valeurs de b et la
valeur de la fonction de coût idéale F∗(I,b) correspondante. Il s’agit donc d’un problème
conjoint de régression et de sélection de descripteurs qui peut être traité par BISAR.

0.19184

Réseau de 
Neurones

Figure 5.10 – L’algorithme BISAR sélectionne les descripteurs qui permettent de prédire
au mieux l’erreur d’alignement.

Notre base de données d’apprentissage est constituée de Nim images de visages Ii.
Chaque image est munie de sa vérité terrain s∗Ii

. On peut calculer le vecteur de paramètres
b̃Ii qui ajuste au mieux le modèle à la vérité terrain dans l’image. On définit b̃I par :

b̃I = argmin
b
‖s(b)− s∗I‖ (5.15)

Dans le cas de modèles statistiques 2D, on utilise une méthode itérative proposée par
Cootes et Taylor [2004, section 4.8]. Elle consiste à estimer successivement les paramètres
de translation, rotation et changement d’échelle qui alignent au mieux le modèle à la vérité
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terrain, puis à estimer les paramètres internes du modèle. On génère également des exemples
plus ou moins bien alignés en perturbant aléatoirement ce vecteur de paramètres b̃Ii

b′Ii
= b̃Ii + µj∆bj (5.16)

Le vecteur ∆bj désigne un déplacement dans l’espace des paramètres. Chaque composante
du vecteur est issue d’un tirage aléatoire uniforme sur un intervalle dont les bornes, propres
à chaque paramètre, sont estimées par une analyse statistique sur la base d’apprentissage.
Le scalaire µj permet de moduler l’amplitude des déplacements.

Les exemples d’apprentissage sont des couples composés de l’apparence du visage pour
différentes instances du modèle d’une part, et de la distance entre ces modèles et la vérité
terrain d’autre part (cf. figure 5.11).(

Ii(W (x; b̃Ii + µj∆bj)), d(s∗Ii
, s(b̃Ii + µj∆bj))

)
(5.17)

On choisira les valeurs de µj de manière à ce que les valeurs de sortie soient uniformément
réparties. Si b̃I 6= b∗I on n’aura pas d’exemples d’images transférées pour la bonne position
du modèle. Dans le cadre de notre fonction de coût ce n’est pas un problème car on n’a pas
besoin de connaître b∗I . La fonction de transfert étant définie dès que l’on a deux formes (la
forme de départ et la forme de destination), on peut générer un exemple d’apprentissage
pour une bonne position du modèle à partir de la verité terrain s∗Ii

:(
Ii(W (x; s∗Ii

)), 0
)

(5.18)

Cet exemple est représenté par la première colonne de la figure 5.11

L’algorithme BISAR (cf. section 3.3) sélectionnera les descripteurs de l’apparence (des
filtres de Haar) qui permettent au réseau de neurones (un GRNN dans notre cas) de prédire
au mieux la distance entre le modèle et la vérité terrain. Ce principe est illustré par la
figure 5.10.

5.4 Optimisation des paramètres

Nous pensons que notre fonction de coût idéale (equation (5.12)) est convexe au voi-
sinage de la bonne position. Nous espérons alors que notre fonction apprise héritera de
cette propriété et sera donc facile à minimiser. Notre choix s’est porté sur la méthode de
recherche exhaustive et dirigée (E&D) proposée par Dornaika et Ahlberg [2006]. Il s’agit
d’une méthode numérique du première ordre dans laquelle on distingue deux phases :

1. La phase d’exploration. Partant d’une solution initiale b(0), on modifie à chaque itéra-
tion l = 1, . . . , Niter, le paramètre qui améliore le plus l’alignement. On teste chaque
paramètre i indépendamment en évaluant la fonction de coût pour Nech valeurs de ce
paramètre échantillonnées de façon régulière sur l’intervalle

[
b(l)(i)− δi

2 , b(l)(i) + δi
2

]
.

Le vecteur bl+1 ne diffère du vecteur bl que pour une composante, correspondant à
la valeur du paramètre pour laquelle la valeur de la fonction de coût était minimum.
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0

0.099377 0.1993 0.25213

0 0.096238 0.19184 0.25103

Figure 5.11 – Exemples d’apprentissage. Pour chaque image de la base d’apprentissage (ici,
deux images ont été représentées), on perturbe les paramètres de forme de manière à ce que
le modèle soit de plus en plus éloigné de sa bonne position. Un exemple d’apprentissage est
constitué de l’apparence d’une instance du modèle dans l’image et la distance de ce modèle
à la vérité terrain

Le processus s’arrête sur la solution b(L) lorsque la valeur de la fonction de coût ne
diminue plus ou lorsque le nombre d’itération maximal Niter a été atteint.

2. La phase d’affinement. On considère que la solution b(L) désigne la direction dans
laquelle la pente de la fonction de coût est la plus forte. La seconde étape consiste à
trouver le meilleur jeu de paramètres b̂ tel que

b̂ = argmin
µ

(F(I, s(b(µ)))) avec b(µ) = b(L) + µ(b(L) − b(0)) (5.19)

Nous venons de décrire les différentes parties de notre méthode d’alignement. Nous
allons à présent évaluer ses performances au travers de différentes expérimentations.
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5.5 Evaluation

5.5.1 Bases de données

Pour évaluer notre méthode, nous avons collecté 698 images issues des bases de données
publiques PIE [Sim et al., 2003], Yale [Georghiades et al., 2001], IMM [Nordstrøm et al.,
2004] et Pointing [Gourier et al., 2004a]. La figure 5.12 montre quelques échantillons de ces
bases.

(a) (b)

(c) (d)

Figure 5.12 – Echantillons des bases de données. (a) Base PIE. (b) Base Yale. (c) Base
Pointing 04. (d) Base IMM.

Les images ont été réparties en 5 groupes. Le premier groupe contient 150 images de
50 individus de la base PIE et 40 images de 9 individus de la base Yale. Le deuxième
groupe rassemble 60 images de la base PIE et 40 images de la base Yale. Les individus
sont les mêmes que dans le groupe 1 mais les prises de vues sont différentes. Le groupe
3 contient 69 images de 17 individus de la base PIE et 9 images d’un même individu de
la base Yale. Les individus de ce groupe ne sont pas dans les deux premiers groupes. Le
groupe 4 contient 90 clichés des 15 individus de Pointing et le groupe 5 rassemble la totalité
des images des 40 individus de la base IMM. Le groupe 1 et 2 sont respectivement utilisés
comme base d’apprentissage et de validation. Les trois autres groupes sont les bases de test.
Elles permettent de tester deux niveaux de généralisation : le groupe 3 teste la sensibilité
de la méthode aux changements d’identité et les deux autres groupes évaluent sa capacité
à généraliser sur de nouvelles bases de données (changement d’identité et de conditions de
prise de vues).
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Table 5.1 – Répartition des images dans les différents ensembles de données. La valeur
entre parenthèses indique le nombre d’individus différents

PIE Yale Pointing IMM
Variations Pose, arrière-plan Pose, arrière-plan Pose Pose, expression
Groupe 1 150 (50) 40 (9) - -
Groupe 2 60 (50) 40 (9) - -
Groupe 3 69 (17) 9 (1) - -
Groupe 4 - - 90 (15) -
Groupe 5 - - - 240 (40)

5.5.2 Mesure de performance

On peut mesurer la qualité d’un alignement de différentes façons. Matthews et Ba-
ker [2004] calculent par exemple un taux de convergence. Ils considèrent que le modèle a
convergé lorsque la distance euclidienne moyenne entre les points du modèle et la vérité
terrain est inférieure à un pixel. Cette mesure ne donne qu’une vision très réduite de la
qualité de l’alignement (quid de la distribution des erreurs pour les modèles qui n’ont pas
convergé ?). De plus, le seuil de convergence de 1 pixel est fixé arbitrairement. On pourrait
également mesurer une erreur dans l’espace des paramètres mais ce type de mesure est
difficilement exploitable car chaque paramètre a un impact variable sur le déplacement des
points.

La mesure de performance que nous avons retenue dans notre évaluation est la dis-
tance euclidienne moyenne entre les points du modèle dans l’image et leur vérité terrain,
normalisée par la distance interoculaire dio.

εali(s) = 1
dio ∗Npt

∑
i

‖s∗i − si|‖ (5.20)

Dans la suite de ce document, nous ferons référence à cette mesure sous le terme d’erreur
d’alignement. Il s’agit certainement de la mesure la plus naturelle et la plus couramment
utilisée pour évaluer la précision d’un alignement. De plus, cette mesure est cohérente avec
l’objectif d’un alignement tel que nous l’avons formulé (équation (4.1) du chapitre 4). On
peut toutefois noter quelques inconvénients ; cette erreur dépend de la vérité terrain qui est
définie manuellement. Elle intègre donc les erreurs d’annotation de la base qui peuvent être
importantes pour certains points caractéristiques [Mercier et al., 2006]. Il se peut également
qu’il n’y ait pas de solution admissible b telle que d(s(b), s∗) = 0. L’erreur d’alignement
ne dissocie pas les erreurs liées à la méthode d’alignement de celles liées aux limitations du
modèle de forme.
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5.5.3 Apprentissage

Le modèle de forme est un maillage de 37 points définissant 53 triangles. Il a été appris
sur le groupe 1. Pour augmenter artificiellement le nombre d’exemples, on applique une
réflexion horizontale aux images de la base et on ajoute à l’ensemble d’apprentissage les
points issus de ces nouveaux visages. Cela a pour effet d’augmenter le pouvoir d’expression
du modèle et de mieux décorréler les variations liées aux rotations horizontales des variations
liées aux rotations verticales. On conserve les 12 premiers vecteurs propres correspondant
à 95% de l’inertie cumulée.

Le modèle d’apparence est appris sur les 190 images du groupe 1. Les groupes 2 sert de
base de validation. Pour chaque image, on génère aléatoirement 10 exemples de synthèse
avec des erreurs d’alignement qui varient de 5 à 30% de la distance interoculaire. La texture
du visage est transférée vers un modèle de 40 pixels de large. On définit 14909 descripteurs
de Haar potentiels pour caractériser cette texture transférée. L’algorithme d’apprentissage
BISAR effectue 300 itérations et utilise la stratégie de repondération sans mémoire (cf.
équation (3.19) page 74). Nous avons conservé les 225 premiers descripteurs sélectionnés ;
après cette valeur l’erreur en apprentissage continue à diminuer alors que l’erreur sur la
base de validation stagne (cf. figure 5.13).
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Figure 5.13 – Evolution de l’erreur sur la base d’apprentissage et de test au cours des
itérations.

La figure 5.14 montre le support des premières ondelettes sélectionnées ainsi que la distri-
bution spatiale des 225 descripteurs. On peut remarquer que les descripteurs se concentrent
sur la bouche, les yeux et le nez et plus particulièrement sur ces deux derniers éléments. Ce
choix semble pertinent puisqu’il s’agit des zones du visage qui présentent de fortes variations
de contraste auxquelles les ondelettes de Haar sont sensibles. On retrouve des répartitions
similaires dans les méthodes BAM et BRM.
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Figure 5.14 – Descripteurs. (a) Les 4 premiers descripteurs selectionnés. (b) Densité spa-
tiale des 225 descripteurs.

5.5.4 Méthode de comparaison

5.5.4.1 Choix de la méthode

Pour valider notre approche, nous comparons nos résultats à ceux obtenus avec un
Boosted Ranking Model (BRM Wu et al. [2008]). Le tableau 5.2 résume et compare les
principaux éléments de BRM et de BiBAM.

Table 5.2 – Comparaison entre BRM et BiBAM
BRM BiBAM

Modèle de forme Modèle statistique 2D
Modèle d’apparence Filtres de Haar sur la texture transférée
Fonction de coût Somme de classifieurs faibles

appris par RankBoost
Réseau de neurones dont les
entrées sont les valeurs des
descripteurs sélectionnés par
BISAR

Optimisation Descente de gradient analy-
tique proche de la méthode de
composition inverse de Mat-
thews et Baker [2004]

Recherche exhaustive et dirigée
(E&D) de Dornaika et Ahlberg
[2006]

Nous avons choisi cette méthode d’alignement car :
– Elle est récente.
– Elle est performante : Wu et al. [2008] ont montré que BRM donne de meilleurs

résultats que les méthodes orientées AAM [Cootes et al., 2001; Matthews et Baker,
2004].

– Elle est conceptuellement proche de notre méthode : on pourra comparer plus fine-
ment les différentes parties de notre algorithme, en particulier la fonction de coût.
La comparaison sera également plus équitable car le choix des paramètres tels que
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l’ensemble des descripteurs potentiels ou la résolution de la texture transférée sera le
même pour les deux méthodes.

5.5.4.2 Apprentisage de BRM

Dans nos expériences, nous avons cherché à ce que le protocole expérimental et les para-
mètres des deux méthodes soient le plus proche possible. Ainsi, nous avons utilisé le même
modèle de forme et le même ensemble de descripteurs. Le modèle d’apparence est appris
sur les mêmes exemples d’apprentissage (groupe 1). Pour chaque exemple, 60 exemples de
synthèse ont été générés, correspondant à 10 vecteurs de perturbation ∆bu et à 6 intensités
v par déplacement (cf. équation 4.15 page 105). Dans leur article, Wu et al. [2008] sélec-
tionnent 50 descripteurs. Nous avons décidé de mener l’expérience 3 (section 5.5.7) avec 50,
100, 200 et 300 descripteurs. Les résultats que nous présentons dans la suite de ce chapitre
ont été obtenus avec 200 descripteurs et correspondent aux meilleurs résultats obtenus sur
les images du groupe 3, 4, et 5. Nous avons ajusté un paramètre directement sur les bases
de test pour favoriser légèrement la méthode de comparaison.

5.5.5 Expérience 1 : nombre de descripteurs

Cette première expérience évalue l’impact du nombre de descripteurs sur la qualité de
l’alignement. Elle consiste à initialiser le modèle dans une image, à exécuter l’algorithme
d’alignement et à évaluer le résultat. Pour initialiser le modèle, on part de la vérité ter-
rain et on perturbe aléatoirement ses paramètres internes et externes. L’amplitude de la
perturbation est choisie de manière à ce que l’erreur d’alignement à l’initialisation soit suc-
cessivement de 5, 10, 15, 20, 25 et 30%. On répète ce processus pour chaque image de la
base de validation (groupe 2). La figure 5.15 montre l’erreur d’alignement en fonction de
l’erreur d’initialisation. Chaque courbe correspond à un nombre de descripteurs différent

Ce test montre que l’augmentation du nombre de descripteurs améliore la qualité de
l’alignement. Toutefois l’amélioration observée en passant de 225 descripteurs à 300 est
faible. Nous avons donc décidé de ne conserver que 225 classifieurs pour limiter les risques
d’une mauvaise généralisation sur les bases de test. De plus, cette expérience conforte le
choix du nombre de descripteurs que nous avions fait lors de l’apprentissage.

5.5.6 Expérience 2 : taux de bons classements

Dans cette deuxième expérience, on s’intéresse uniquement à la fonction de coût. On
initialise aléatoirement le modèle dans l’image I avec le jeu de paramètres b0 et on évalue
le score d’alignement avec notre fonction F(I, s(b0)). On déplace ensuite le modèle le long
de la direction b̃I − b0 de manière à obtenir une variation de l’erreur d’alignement ∆ε.
Autrement dit, on trouve µ tel que d

(
s(b0), s(µ(b0 − b̃I))

)
= ∆ε. On évalue l’alignement

pour cette nouvelle position. On considère que le classement est bon lorsque le score retourné
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Figure 5.15 – Résultats de l’alignement par BiBAM pour différents nombres de descripteurs

par la fonction de coût est inférieur au score précédent. On calcule ainsi un taux de bons
classements correspondant au pourcentage de bons classements par rapport au nombre
total de paires testées. On réalise 50 évaluations par image pour des modèles initialisés de
plus en plus loin de la vérité terrain (jusqu’à 30% de la distance interoculaire). Le tableau
compare les résultats obtenus par BRM et BiBAM sur les différentes bases de données pour
différentes variations de l’erreur d’alignement ∆ε

Table 5.3 – Comparaison du taux de classement

BRM BiBAM
∆ε 2.5% 5% 10% 2.5% 5% 10%
Groupe 1 86.3 90.6 90.7 93.6 97.0 97.2
Groupe 2 88.0 90.7 91.0 93.9 97.0 97.2
Groupe 3 87.8 90.6 90.8 93.1 97.0 97.1
Groupe 4 84.7 90.1 89.5 90.0 96.5 95.5
Groupe 5 89.8 91.1 92.4 96.7 97.2 98.0

On remarque tout d’abord que notre méthode améliore substantiellement les résultats
obtenus par BRM. On remarque également que les deux méthodes affichent de bons résul-
tats et qu’elles sont capables de généraliser sur des images très différentes de celles de la
base d’apprentissage. A noter toutefois les performances légèrement moins bonnes sur la
quatrième base de données. Notre dernière remarque porte sur la sensibilité de la fonction
de coût qui obtient d’aussi bonnes performances pour des perturbations de 10% que de 5%.
Par contre, elle détecte plus difficilement les très faibles variations (de l’ordre de 2.5%).
Cette limitation est probablement due à la faible résolution de la texture transférée puis-
qu’un déplacement de 2.5% de la distance interoculaire représente une variation d’un demi
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pixel environ pour un visage de 40 pixels de large.

Par ailleurs, cette expérience permet de vérifier que l’erreur estimée par la fonction de
coût diminue lorsque le modèle se rapproche de la vérité terrain, mais rien ne garantit
qu’il n’existe pas une autre direction dans l’espace des paramètres pour laquelle l’erreur
diminuerait encore plus rapidement. Pour évaluer empiriquement la convexité de la fonction,
il faudrait explorer le voisinage de chaque position du modèle dans l’espace des paramètres.
En ne considérant que 3 positions par paramètres, le nombre d’évaluations nécessaires serait
de 3Nparam ∗Nim∗Npos avec Nim le nombre d’images de la base d’évaluation, Npos le nombre
de positions du modèle par image et Nparam le nombre de paramètres internes et externes.
Cette expérience est difficilement réalisable et nous avons donc choisi d’introduire un biais
en nous déplaçant toujours vers la bonne position.

5.5.7 Expérience 3 : rayon de convergence

L’expérience 3 utilise le même protocole expérimental que l’expérience 1. Elle consiste
à déplacer le modèle de sa bonne position en perturbant aléatoirement ses paramètres. On
compare alors la distance du modèle à la vérité terrain à la fin du processus d’alignement
par rapport à sa distance à l’initialisation. Dans la méthode BRM, seuls les paramètres
internes sont pris en compte dans le processus d’optimisation. Dans cette expérience nous
n’avons donc perturbé que les paramètres internes du modèle pour pouvoir nous comparer à
BRM. Nous avons également évalué l’alignement en combinant la fonction de coût de BRM
avec la méthode de recherche E&D utilisée dans BiBAM. On pourra ainsi voir l’influence
de la méthode d’optimisation sur les résultats. On pourra comparer la performance des
fonctions de coût de BRM et de BiBAM pour une même méthode d’optimisation. Cette
évaluation permettra également de tester la performance de cette méthode hybride car nous
l’utiliserons dans les évaluations qui nécessitent d’utiliser les paramètres externes (dans
l’expérience 4 par exemple).

On remarque que notre méthode donne de meilleurs résultats que BRM sur la plupart
des évaluations. Pour des initialisations loin de la vérité terrain (supérieures à 15%), Bi-
BAM réduit l’erreur de 50% en moyenne par rapport à l’erreur à l’initialisation, alors que
l’amélioration apportée par BRM se situe autour de 30%. BiBAM généralise très bien sur
les bases de test 3 et 5. Mais sur la base Pointing, on retrouve les difficultés rencontrées lors
de l’expérience précédente, en particulier pour de faibles déplacements. On remarque, par
ailleurs, que la méthode d’optimisation a une légère influence sur les résultats de l’aligne-
ment puisque la méthode BRM originale donne des résultats sensiblement meilleurs que la
méthode BRM hybride. Ce résultat est encourageant puisque, d’une part, il confirme que
notre fonction de coût est plus performante que celle de BRM (indépendamment de la mé-
thode d’optimisation) et d’autre part, il montre que le choix d’une méthode d’optimisation
adaptée peut améliorer les résultats.
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Figure 5.16 – Erreur d’alignement en fonction de l’erreur à l’initialisation

5.5.8 Expérience 4 : Dans un cas réel

Dans cette dernière expérience, on initialise le modèle à partir de la position des yeux.
Cela consiste à ajuster les paramètres externes de manière à ce que les points du modèle
qui correspondent aux centres des yeux soient localisés sur le centre des yeux dans l’image.
Par ailleurs, les paramètres internes sont initialisés à 0.

Nous avons testé l’alignement en utilisant la position des yeux donnée par la vérité
terrain et celle donnée par une méthode automatique de détection de la pupille [Milgram
et al., 2005]. Cette dernière expérience correspond à une situation réelle d’alignement car
la vérité terrain n’est plus utilisée pour initialiser le modèle.

Les graphiques de la figure 5.17 illustrent les résultats obtenus sur les différentes bases
de test avec initialisation manuelle (colonne de gauche) et automatique (colonne de droite).
L’axe horizontal représente l’erreur d’alignement du modèle et l’axe vertical représente le
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Figure 5.17 – Distributions des erreurs d’alignement pour un modèle initialisé avec la
vérité terrain des yeux (a,c,e) ou par une méthode automatique (b,d,f)
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pourcentage cumulé des images ayant une erreur donnée. La courbe bleue et la courbe verte
correspondent respectivement aux résultats de BiBAM et BRM. La courbe en pointillé rouge
illustre la distribution des erreurs à l’initialisation. Les figures 5.17(a), 5.17(b), 5.17(e) et
5.17(f) montrent que BRM et BiBAM améliorent nettement la position initiale du modèle.
La méthode BiBAM donne de meilleurs résultats que BRM sur les deux bases PIE et IMM.
Par contre BRM et BiBAM n’améliorent que très légèrement les estimations initiales sur
la base Pointing.

5.6 Discussion et perspectives

Nous avons proposé dans ce chapitre une nouvelle méthode pour aligner un modèle
dans une image. A partir d’un ensemble d’images de visages munis de leur vérité terrain, on
génère des instances de modèles plus ou moins bien positionnées dans l’image. On apprend
ensuite, à l’aide de notre méthode BISAR, la relation entre l’apparence du modèle et son
éloignement par rapport à la vérité terrain. Cette mesure constitue la fonction de coût
que l’on cherchera à minimiser. Les expérimentations que nous avons menées ont montré
l’importance de cette fonction dans le processus d’alignement. Elles ont également mis en
évidence les bonnes performances de notre approche puisque celle-ci améliore sensiblement
les résultats obtenus par BRM. Notre méthode a, de plus, montré une bonne capacité à
généraliser sur des visages qui n’ont pas été vus en apprentissage. On observe une bonne
robustesse aux variations d’identité, de morphologie, d’expression et de pose.

Les différentes évaluations ont toutefois révélé certaines limitations :

– Le rayon de convergence : lorsque le modèle est initialisé trop loin, la méthode d’ali-
gnement n’est pas capable de l’amener vers sa bonne position. Cette limitation est
principalement liée à l’intensité maximale des déformations que nous avons générées
dans la base d’apprentissage. Si l’initialisation dépasse cette intensité, BiBAM n’aura
pas d’exemple auquel se rattacher pour prédire l’erreur d’alignement.

– La précision : elle est fonction de la sensibilité de la fonction de coût. Si la fonction est
sensible, elle sera capable d’identifier des améliorations pour de faibles déplacements
du modèle. Cela nécessite une bonne résolution de la texture transférée. Si la résolu-
tion est trop faible, de petits déplacements du modèle n’auront pas d’impact sur la
variation des niveaux de gris de la texture transférée. Pour que la fonction de coût soit
sensible il faut également que la base de données contienne des exemples d’appren-
tissage avec des erreurs proches d’alignement. Cette contrainte s’oppose donc à celle
que nous venons de formuler pour la portée de la méthode. Le nombre d’exemples de
la base d’apprentissage étant limité, il faut impérativement faire un compromis entre
la précision et le rayon de convergence du modèle.

– La généralisation : BiBAM, tout comme BRM, ont montré des difficultés à aligner
des modèles sur les images de la base Pointing. Les conditions de prise de vue (éclai-
rage, compression de l’image...) doivent certainement être trop éloignées de celles des
exemples d’apprentissage et la fonction de coût n’est plus capable de donner une
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évaluation fiable de l’erreur l’alignement.
Certaines pistes méritent d’être explorées pour répondre à ces problématiques. On

pourra par exemple envisager une stratégie de type multi-résolution qui minimise diffé-
rentes fonctions de coût successivement. Pour les premières itérations on utiliserait une
fonction de coût avec une faible résolution et un large rayon de convergence, alors que les
dernières itérations feraient appel à une fonction de coût très sensible pour ajuster finement
le modèle.

On pourrait également introduire une stratégie de bootstrapping : on génère de nombreux
exemples à partir de modèles plus ou moins bien alignés et l’on réapprend la fonction de
coût en incorporant à l’ensemble d’apprentissage, les exemples qui ont été les plus mal
estimés.

On pourrait également introduire un biais dans la création des exemples d’apprentissage,
en favorisant les exemples qui ont une forte probabilité d’être rencontrés pendant la phase
d’alignement. Pour générer de tels exemples, on peut prendre des échantillons le long de la
direction définie par la position du modèle bien aligné dans l’image et la position du modèle
à l’initialisation (définie avec la position des yeux par exemple). Cette méthode donnerait
certainement des exemples plus pertinents que ceux donnés par une direction totalement
aléatoire dans l’espace des paramètres. Cette stratégie est toutefois dépendante de l’étape
d’initialisation du modèle.
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Chapitre 6

De l’alignement à la pose

La phase d’alignement du chapitre précédent a permis de localiser des points carac-
téristiques du visage dans l’image. Dans cette partie, nous abordons le passage de cette
information 2D à l’information 3D de la pose de la tête. Nous débuterons ce chapitre par
un aperçu des méthodes rencontrées dans la littérature pour traiter ce problème. Nous pré-
senterons ensuite la solution que nous avons utilisée, ainsi que les résultats obtenus sur des
données de synthèse et des images réelles.

6.1 Aperçu des méthodes

Nous distinguons les méthodes orientées apprentissage qui modélisent la relation entre
l’information apportée par le modèle 2D et la pose, des méthodes géométriques qui ex-
ploitent les contraintes géométriques entre des points caractéristiques du visage.

6.1.1 Méthodes orientées apprentissage

Elles visent à apprendre une relation directe entre l’information du modèle aligné et la
pose correspondante. Il peut s’agir par exemple de la position des points dans l’image. On
peut alors faire appel à un outil de régression pour apprendre la relation entre les points du
modèle s ∈ RNpt et le vecteur θ = (α, β, φ) ∈ R3, regroupant les valeurs du triplet d’angles
pan, tilt et roll. Ma et al. [2006b] montrent que l’utilisation d’une RVM (Relevance Vector
Machine) obtient de meilleurs résultats que d’autres méthodes de régression telles que les
Analyses Canoniques des Correspondances à Noyaux (Kernel CCA) ou les Support Vector
Regression [SVR, Drucker et al., 1996].

D’autres travaux se sont intéressés à l’information contenue dans les paramètres de
déformations internes du modèle pour inférer la pose. Nous avons pu remarquer dans la
figure 5.5 de la page 115 que les premiers modes de déformation du modèle encodaient les
rotations hors-plan du visage, pan et tilt. Cootes et al. [2002] estiment, par une régression
linéaire, la valeur de l’angle pan à partir des paramètres de forme et d’apparence d’un
modèle AAM.

Wu et Trivedi [2008] utilisent les Elastic Bunch Graph [EBG, Wiskott et al., 1997] pour
localiser des points caractéristiques du visage (commissures des yeux, de la bouche...). Pour
l’estimation de pose, un EBG est créé pour chaque pose discrète. Chaque EBG est testé
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pour une nouvelle image et le modèle qui s’adapte le mieux dans l’image (i.e. qui obtient
le meilleur score de la fonction de coût) définit la pose du visage. L’inconvénient de cette
méthode est que la pose estimée est discrète et une augmentation de la précision implique
une augmentation du nombre d’EBG à aligner.

6.1.2 Méthodes géométriques

Elles déterminent la pose de la tête à partir des contraintes géométriques explicites entre
différents points caractéristiques du visage. Les méthodes les plus simples n’utilisent que
quelques points du visage. Gourier et al. [2004b] s’intéressent par exemple à la position des
yeux par rapport au centre de la tête et détermine l’angle de rotation horizontale à l’aide de
règles trigonométriques simples. Pour évaluer l’angle de rotation verticale, d’autres attributs
du visage sont pris en compte tels que la bouche [Nikolaidis et Pitas, 2000], le nez [Kaminski
et al., 2006] ou les deux [Gee et Cipolla, 1994]. Les procédés pour extraire l’orientation du
visage à partir de ces positions sont très variés. Gee et Cipolla [1994] utilisent par exemple
la position des yeux et les commissures de la bouche pour définir le plan de symétrie du
visage. Considérant que le ratio Rm = lf/lm (cf. figure 6.1) est connu et constant pour
tous les visages, ils retrouvent la position de la base du nez dans l’image. Si l’on connait
également la position du bout du nez on peut facilement définir un repère associé au visage
et estimer les différents angles de rotation.

(a) (b)

Figure 6.1 – Approche géométrique proposée par Gee et Cipolla [1994]. (a) Contraintes
géométriques définies a priori.(b) Repère associé au visage défini à partir de 5 points iden-
tifiés dans l’image.

[Nikolaidis et Pitas, 2000] utilisent également les propriétés de symétrie du visage :
lorsque le plan du visage est parallèle au plan image, le centre des yeux et de la bouche
forment un triangle isocèle et les déformations de ce triangle permettent d’estimer les ro-
tations hors plan.

La principale faiblesse de ces méthodes est que l’estimation de l’orientation repose sur
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un faible nombre de points. Ainsi, si l’erreur dans l’extraction des points image est grande,
la pose qui en résulte sera de mauvaise qualité.

Pour augmenter la robustesse de l’algorithme, il est donc préférable d’augmenter le
nombre de points image. Ces méthodes combinent souvent un modèle de forme 3D et une
méthode de détermination de la pose. Cette dernière s’appuie sur des points caractéristiques
identifiés sur le modèle et leurs correspondants dans l’image. La solution la plus simple
consiste à utiliser un modèle rigide que l’on adapte à des points du visage, qui se ne se
déplacent que peu ou pas sous l’effet des expressions faciales (le nasion par exemple). Il
n’existe toutefois pas un modèle générique qui convienne à toutes les morphologies. Martins
et Batista [2008] utilisent un modèle de visage spécifique créé à partir d’un scan 3D du
visage de la personne. Lorsque l’on ne dispose pas d’un tel dispositif, Mercier [2007] propose
de générer un modèle 3D rigide adapté à une personne à l’aide d’une séquence d’images
labélisées de la personne et d’une méthode de type Structure from Motion (SfM). Lorsque
la géométrie de l’objet est connue, l’algorithme d’estimation de pose POSIT a souvent été
employé pour déterminer la pose d’un modèle 3D rigide.

(a) (b)

Figure 6.2 – Exemples de modèles rigides : (a) à partir d’une méthode de SfM [Mercier,
2007] et (b) à partir d’un scan 3D [Martins et Batista, 2008].

Les méthodes d’estimation de la pose par un modèle déformable que nous avons déjà
présentées à la page 43, section 2.2 de ce document sont particulièrement bien adaptées
à ce type de problèmes. Elles permettent à la fois d’utiliser tous les points identifiés lors
de la phase d’alignement, y compris ceux présents sur des zones très déformables telles
que la bouche, et de s’adapter aux différentes morphologies. On espère ainsi augmenter la
robustesse (en augmentant le nombre de points utilisés dans l’estimation) et la précision
(en diminuant le biais du modèle) de l’estimation de la pose.

6.1.3 Choix de la méthode

Nous avons choisi d’utiliser notre méthode récursive d’estimation de la pose et de la
forme d’un modèle analytique 3D (cf. section 2.2.2 page 45). Ainsi nous pourrons exploiter
tous les points du visage identifiés durant la phase d’alignement. De plus, cette méthode
ne nécessite pas de données d’apprentissage car elle utilise un modèle 3D analytique. Nous
ne pouvons toutefois pas utiliser directement le modèle analytique Candide comme nous
le faisions précédemment, car les points du modèle n’ont pas toujours leur homologue sé-
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mantique dans le modèle de forme 2D utilisé lors de la phase d’alignement et inversement.
Nous sommes donc parti du modèle Candide et nous avons manuellement supprimé, déplacé
et redéfini certains de ces points afin d’obtenir une bonne correspondance entre les deux
modèles. Nous avons également ajouté un vecteur de déformation qui gère les déplacements
en profondeur des points situés sur la bordure du visage. La figure 6.3 illustre le modèle 3D
ainsi obtenu.

(a) (b)

Figure 6.3 – Modèle candide modifié. (a) Modèle de face et de profil. (b) Instance du
modèle dans une image.

6.2 Evaluation

Dans cette section, nous définissons notre protocole d’évaluation et nous exposons les
résultats obtenus sur différentes bases de données de test.

6.2.1 Jeux de données

Les tests ont porté sur les bases que nous avons utilisées pour évaluer l’alignement :
PIE, Pointing et IMM. Nous avons également ajouté 50 images de la base Labeled Faces
in the Wild [LFW, Huang et al., 2007b]. Les images ont été sélectionnées aléatoirement. Il
s’agit d’images très variées et de faible résolution (la distance interoculaire est d’environ 40
pixels) issues du web. La figure 6.4 présente quelques exemples de cette base.

Il est difficile de mener une évaluation sur différentes bases car les informations de
pose, quand elles existent, sont souvent peu précises et/ou introduisent un biais propre
au protocole d’acquisition des données. Nous avons choisi de définir nous-mêmes la vérité
terrain afin de la rendre homogène sur l’ensemble des bases. Nous sommes conscients que
nous introduisons un biais dans la vérité terrain mais ce biais sera le même pour toutes
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les bases. De plus, nous pourrons l’évaluer à partir d’images de synthèse dont la pose est
parfaitement connue.

Figure 6.4 – Exemples d’images de la base LFW utilisées dans notre évaluation

6.2.2 Evaluation de la vérité terrain

Dans cette évaluation, nous allons mesurer le biais introduit dans la vérité terrain à
l’aide de deux jeux de données. Le premier jeu contient les images des 30 individus de la
base FacePix pour des rotations horizontales allant de -40° à 0° ou de 0° à 40° avec un pas
de 5°. Au total, nous disposons de 270 images labélisées. Pour chaque image nous utilisons
notre méthode d’estimation de pose pour calculer Ri, la matrice de rotation du modèle 3D
par rapport au repère de la caméra. Soit R0 la matrice de rotation du modèle 3D pour un
visage de face. Pour chaque image on peut alors calculer la matrice Rα = R0Ri

T la matrice
de rotation estimée pour passer du visage de face au visage tourné. De cette matrice de
rotation, on peut extraire l’axe de rotation et la valeur de l’angle de rotation du modèle.
L’axe de rotation de la tête n’est pas forcément colinéaire à l’un des vecteurs du repère
caméra. La direction donnée par ce vecteur est difficilement interprétable. Par contre, la
valeur de l’angle de rotation estimée doit correspondre à la valeur de l’angle de rotation de
la caméra qui est connue. La figure 6.5 illustre l’erreur d’estimation de cet angle en fonction
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Figure 6.5 – Erreur d’estimation sur la base FacePix de la valeur de l’angle de rotation en
fonction de l’amplitude de la rotation.

L’erreur moyenne obtenue est de 2.4° pour l’ensemble des poses. On remarque que
cette erreur a tendance à augmenter à mesure que l’amplitude de la rotation augmente. Ce
phénomène s’explique peut-être en partie par le fait que certains points caractéristiques du
visage sont occultés lorsque le visage effectue une rotation horizontale (les points à proximité
des oreilles par exemple). A la place, ce sont des points le long des limbes du visage qui
sont sélectionnés dans l’image. Notre méthode, qui prend en compte ces points, aura alors
tendance à légèrement sous-estimer l’angle de rotation pour les plus fortes amplitudes.

Cette base de données nous donne une indication sur l’erreur faite par notre méthode
sur l’estimation de la pose. Il n’est toutefois pas possible de dissocier les erreurs liées à notre
méthode de celles liées aux incertitudes de mesure de la plateforme d’acquisition. De plus,
cette base permet uniquement d’évaluer les erreurs associées aux rotations horizontales du
visage.

Nous avons donc décidé d’utiliser des images de synthèse pour analyser plus finement
les erreurs. Nous avons généré 28 images de synthèse de visages présentant des variations de
pose, d’expression et de morphologie (cf. figure 6.6). Comme dans l’expérience précédente
on calcule pour chaque image la matrice de rotation pour passer d’un visage dans une pose
de référence (visage de face, même identité, expression neutre) à la configuration du visage
dans l’image considérée. Par contre cette matrice est le fruit de rotations successives suivant
les axes pan, tilt et roll. On extrait les valeurs de ces angles de rotation et on les compare à
celles obtenues par la vérité terrain. L’erreur moyenne d’estimation de la valeur de l’angle de
rotation est de 1,7° pour pan, de 7° pour tilt et de 1,6° pour roll. On remarque que l’erreur
associée à l’angle de rotation tilt est beaucoup plus importante que pour les deux autres
rotations. Cette constatation s’explique probablement par le fait qu’une rotation suivant
l’axe horizontal a moins d’impact sur le déplacement apparent des points qu’une rotation
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suivant les autres axes. De plus, les méthodes de détermination de la rotation en pan et roll
tirent profit de la symétrie verticale du visage pour obtenir une estimation plus robuste.

Figure 6.6 – Exemples d’images de synthèse utilisées

6.2.3 Evaluation de l’estimation de la pose par alignement

Nous évaluons, dans cette partie, les performances de notre méthode d’estimation de
la pose par alignement. Les résultats présentés s’appuient sur une chaîne de traitements
entièrement automatisée : détection du visage par la méthode de Viola et Jones [2004],
détection des yeux par la méthode de Milgram et al. [2005], alignement du modèle 2D par
BiBAM et enfin, estimation de la pose de la tête à l’aide du modèle 3D analytique [Bailly et
Milgram, 2008b]. Nous présenterons, dans un premier temps, les résultats de l’alignement
obtenus sur la base LFW, car elle n’a pas été évaluée au chapitre précédent. Nous exposerons
ensuite les résultats de l’estimation de la pose, obtenus sur chaque base de test.

6.2.3.1 Résultats de l’alignement pour les images de la base LFW

Nous appliquons le même protocole expérimental que pour les autres bases de données
(cf. section 5.5.8 page 129). La figure 6.7 illustre les résultats obtenus avec une initialisation
automatique des yeux. La méthode BiBAM améliore substantiellement l’alignement initial :
64% des modèles alignés ont une erreur inférieure à 15% de la distance interoculaire contre
à peine 12% des modèles à l’initialisation. Les résultats finaux de l’alignement sont moins
bons que ceux obtenus sur la base IMM (plus de 85% ont une erreur inférieure à 15% de la
distance interoculaire) mais LFW présente une plus grande variété d’images et le modèle
est initialisé plus loin (12% des modèles à l’initialisation ont une erreur inférieure à 15%
sur la base LFW contre 65% pour la base IMM).
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Figure 6.7 – Distribution des erreurs d’alignement sur 50 images de la base LFW

6.2.3.2 Résultats de l’estimation de la pose

Le tableau 6.1 regroupe les résultats obtenus sur les différentes bases de test. On re-
marque que l’erreur associée à l’estimation de la rotation suivant l’axe vertical est moins
importante que celle suivant l’axe horizontal. Ceci confirme nos observations précédentes
et est en adéquation avec les résultats obtenus par d’autres méthodes [Murphy-Chutorian
et Trivedi, 2009].

Les plus mauvais résultats obtenus pour l’estimation de la rotation suivant pan est de
11° pour la base Pointing et sont liés aux problèmes d’alignement que nous avons soulignés
au chapitre précédent. Pour les autres bases, l’erreur varie entre 4° pour la base PIE et
9° pour la base LFW, supposée très difficile.

L’erreur d’estimation de la valeur de l’angle roll est faible (inférieure à 3° pour les
quatre bases). La précision des résultats s’explique certainement par la bonne qualité de
l’alignement du modèle au niveau des yeux et de la bouche. De plus, pour de faibles rotations
en pan (inférieures à 20°), une rotation suivant roll correspond à une rotation dans un plan
parallèle au plan image.

La figure 6.8 présente des exemples d’alignement du modèle sur des images de la base
LFW.

Tout comme dans le chapitre 3, nous avons évalué notre méthode par alignement sur
la base Pointing 04. On ne peut toutefois pas comparer directement les résultats obtenus
par nos deux méthodes, globale et par alignement, pour plusieurs raisons. Tout d’abord,
l’ensemble des images considérées n’est pas le même dans les deux évaluations. En effet,
nous ne sélectionnons que les visages détectés par l’algorithme de Viola Jones pour évaluer
la méthode par alignement. Ces images correspondent à des variations de ±30° en pan et
tilt. De plus, l’apprentissage de la méthode globale du chapitre 3 utilise la première série
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Ali: 19.5 Ali:11   P:0.3   T:-13.9   R:0.7 Ali: 17.4 Ali:16   P:3.5   T:-14.8   R:-0.5 Ali:12.8   P:1   T:-6.4   R:1.3Ali: 29

Ali: 18.8 Ali:14.2   P:0.2   T:-9.5   R:0.4 Ali: 30.7 Ali:18.4   P:-14.9   T:-11.1   R:-4.5 Ali: 12.5 Ali:9.5   P:-4.4   T:5.7   R:-3.6

Ali: 22.9 Ali:13.6   P:11.1   T:-8   R:-3.6 Ali: 19.1 Ali:9.3   P:5.4   T:-4.5   R:-0.7 Ali: 22.7 Ali:18.6   P:-1.2   T:-15.6   R:-0.3

Ali: 15.6 Ali:11.2   P:-3.6   T:-12.3   R:-0.2 Ali: 20.5 Ali:10.2   P:-8.1   T:-2.2   R:1.6 Ali: 15.7 Ali:10.7   P:-4.4   T:-7.3   R:1.5

Ali: 19.7 Ali:15.4   P:-7.4   T:-3.8   R:-0.9 Ali: 12.7 Ali:12.5   P:-5.4   T:14.7   R:3

Ali: 22.9 Ali:17   P:27   T:-4   R:1.4 Ali: 43.2 Ali:48.7   P:35   T:10.2   R:10.6

Ali: 21.4 Ali:11.3   P:3.5   T:-9.4   R:1.5

Ali: 18.2 Ali:18.8   P:-16.4   T:-27   R:-2.1

Figure 6.8 – Résultats obtenus sur quelques images de la base LFW. Le modèle en rouge
correspond au modèle à l’initialisation et le modèle en noir, au résultats final de l’alignement.
En-dessous de chaque image est reportée l’erreur d’alignement en % (Ali) du modèle à
l’initialisation et à la fin de l’alignement ainsi que l’erreur d’estimation en pan (P), et tilt
(T) et en roll (R) en degrès
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Table 6.1 – Erreur moyenne et médiane en degrés sur les différentes bases de test

Erreur pan Erreur tilt Erreur roll
Moyenne Médiane Moyenne Médiane Moyenne Médiane

PIE (Groupe 3) 3.9° 2.6° 6.8° 4.4° 1.4° 1.1°
Pointing 04 (Groupe 4) 10.9° 8.2° 7.3° 5.3° 2.8° 1.5°
IMM (Groupe 5) 6.1° 4.1° 5.7° 4.6° 1.6° 1.1°
LFW 8.6° 7.7° 10.1° 9.1° 2.5° 1.8°

d’images de la base Pointing, contrairement à l’approche par alignement qui n’utilise aucune
image de cette base lors de l’apprentissage.

6.3 Conclusion

Ce chapitre a montré la viabilité d’une approche par alignement d’un modèle de forme
2D pour l’estimation de la pose de la tête. Cette approche a été validée sur quatre bases
de données, notamment sur 50 images de la base LFW. Cette base est particulièrement
difficile car elle regroupe des images acquises dans des environnements très divers et non-
contraints. Nous avons également soulevé le problème de la non-homogénéité des bases de
données pour l’évaluation de la pose. Nous avons alors décidé d’utiliser la position des points
caractéristiques du visage, donnée par la vérité terrain pour aligner un modèle déformable
3D et extraire l’information de pose. Cette approche a été validée sur des images de synthèse
dont la pose est parfaitement connue. La dernière observation de ce chapitre concerne la
précision attachée à l’estimation de chaque angle de rotation ; l’erreur d’estimation de valeur
des angles pan et roll est nettement plus faible que l’erreur associée à l’angle tilt.
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Bilan et perspectives

Conclusion générale

Cette thèse a abordé le problème de l’estimation de la pose de la tête dans des images
fixes monoculaires. Nous avons proposé dans un premier temps, une méthode par compa-
raison à des images de synthèse. A partir d’une image de visage labélisée, on estime les
paramètres de déformation du modèle géométrique Candide par un processus itératif de
type EM. On génère un ensemble d’images de synthèse pour différentes orientations et ex-
pressions faciales. Pour déterminer la pose, on compare l’image à analyser à chaque vue de
synthèse à l’aide d’une mesure de ressemblance entre contours orientés, proche de la dis-
tance de Hausdorff. Le principal avantage de cette méthode est qu’elle ne nécessite ni base
de données, ni phase d’apprentissage. Toutefois, cette approche nous a montré des limites
importantes en terme de précision, de robustesse et de temps de calcul.

Nous nous sommes alors tourné vers une approche globale par apprentissage supervisé
pour déterminer la relation entre l’apparence d’un visage et sa pose. Dans ce contexte,
nous avons proposé BISAR, une nouvelle méthode de sélection de descripteurs adaptée
aux problèmes de régression. Elle consiste à sélectionner itérativement les entrées d’un ré-
seau de neurones. Chaque entrée est associée à un descripteur sélectionné à l’aide de notre
critère fonctionnel flou, FFC. Ce dernier mesure sur la base d’apprentissage, la dépen-
dance fonctionnelle de chaque descripteur avec les valeurs que l’on souhaite prédire, i.e.
les angles de rotation du visage. Pour que les informations apportées par les descripteurs
soient complémentaires, le processus de sélection intègre une stratégie de boosting qui mo-
difie l’importance de chaque exemple au fil des itérations. Nous avons comparé BISAR avec
un Réseau de Neurones à Convolution (CNN) sur deux bases de données. Le CNN et BISAR
ont présenté des résultats équivalents sur la base FacePix, mais BISAR a surpassé le CNN
sur la base Pointing 04. Nous avons obtenu des résultats du niveau de la meilleure méthode
de l’évaluation CLEAR 07 sur cette même base de données.

Nous nous sommes également intéressé à l’estimation de la pose par alignement d’un
modèle déformable. Cette approche présente deux avantages par rapport aux méthodes
globales. Elle est à la fois moins sensible à la qualité de la localisation du visage dans l’image
et est réputée plus précise dans l’estimation de la pose. Le processus d’alignement repose
sur une fonction de coût qui évalue la qualité de l’alignement. Cette fonction est apprise
par BISAR à partir d’exemples de modèles plus ou moins bien alignés. Les évaluations –
effectuées sur différentes bases présentant des variations de pose, d’identité, d’illumination et
de condition de prise de vues – montrent que notre méthode d’alignement de visages donne
de meilleurs résultats que la méthode Boosted Ranking Model. On extrait alors l’information
de pose par une mise en correspondance des points image issus de la phase d’alignement
avec les points d’un modèle déformable 3D analytique.
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Perspectives

Nous proposons ci-après, quatre axes de recherche dans la continuité des travaux pré-
sentés dans cette thèse.

Estimation de la direction du regard. Dans le projet PILE, cadre applicatif à l’origine de
cette thèse, nous avions à concevoir un module de détermination de la direction du regard,
dont l’estimation de l’orientation de la tête constitue le premier étage. La prochaine étape
concerne l’estimation de la direction du regard par rapport au repère associé au visage. Pour
y parvenir, plusieurs solutions peuvent être envisagées. On peut, par exemple, localiser
finement les pupilles et les commissures des yeux et déterminer la direction du regard à
l’aide d’un modèle géométrique de l’œil [Ishikawa et al., 2004]. Les points caractéristiques
des yeux peuvent être extraits de manière robuste par un modèle d’apparence spécifique
de l’œil [Orozco et al., 2009]. On peut également imaginer une approche globale qui estime
la direction du regard en fonction de l’apparence des yeux. Baluja et Pomerleau [1993]
apprennent cette relation à l’aide d’un réseau de neurones.

Exploitation des données PILE. Dans une optique de comparaison avec des méthodes
existantes, nous avons préféré exploiter les images issues de bases de données publiques. La
morphologie d’un visage de bébé est différente de celle d’un adulte. L’adaptation des mé-
thodes présentées dans cette thèse implique, par conséquent, un réapprentissage spécifique
à partir d’images du projet PILE (ou tout du moins, d’images de visages de bébés). Par
ailleurs, nous avons fait le choix d’une solution monoculaire pour l’estimation de la pose de
la tête afin qu’elle soit :

– Générique et puisse fonctionner avec le plus grand nombre de périphériques d’acqui-
sition vidéo.

– Peu dépendante de l’étape de calibration du réseau de caméras.
En revanche, nous pourrons exploiter les données issues des différentes caméras du projet
PILE pour rendre l’estimation plus robuste (en choisissant, par exemple, la vue qui n’est
pas occultée ou en fusionnant les estimations de chaque caméra). Le réseau sera également
mis à contribution pour estimer le contact visuel mère-bébé car le visage de la mère et du
bébé ne sont pas couvert par le même champ de vision.

Combinaison de l’approche globale et par alignement. L’estimation de la pose du visage
par un modèle déformable 3D est précise lorsque les points caractéristiques du visage sont
correctement localisés. Toutefois, notre méthode d’alignement BiBAM, sur laquelle repose
la localisation de ces points, échoue lorsque le modèle est initialisé trop loin de la position
à atteindre. De plus, il n’est pas possible de gérer toutes les orientations du visage avec
un seul modèle 2D de forme et d’apparence. On pourrait alors faire appel à notre méthode
globale pour choisir le modèle à adapter (face, 3/4 ou profil par exemple) et l’initialiser
grossièrement dans l’image, puis affiner l’estimation de la pose avec BiBAM. Une autre
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manière de combiner nos deux approches serait d’utiliser leurs estimations pour définir une
mesure de confiance : cette dernière doit être d’autant plus forte, que les estimations de ces
deux méthodes sont semblables.

Vers un modèle 3D. Il serait intéressant de substituer un modèle de forme 3D à l’actuel
modèle 2D. On aurait ainsi directement accès à l’information de pose à la fin du processus
d’alignement. Le modèle pourrait, de plus, couvrir une vaste amplitude de poses, sans avoir
recours à plusieurs modèles. Le passage à un modèle 3D n’est toutefois pas trivial et soulève
d’autres problématiques. Il faudra considérer, par exemple, les auto-occultations provoquées
par les fortes rotations hors-plan de la tête et gérer l’absence de texture dans ces parties
cachées du modèle.

Les travaux de recherche présentés dans cette thèse trouvent également des prolonge-
ments dans les projets actuels et futurs du laboratoire. Dans le cadre de sa collaboration
industrielle avec la société Majority Report, l’ISIR développe une chaîne d’outils de me-
sures fines du comportement (pose de la tête, direction du regard) de personnes placées en
situation d’achat. Le projet ANR IMMEMO (IMMersion 3D basée sur l’interaction EMO-
tionnelle) vise à développer un système d’immersion 3D dédié à la formation interactive. Il
s’agit de capturer et reconnaître les expressions du visage de la personne immergée (l’ap-
prenant) afin de faciliter son interaction avec un agent conversationnel autonome dont le
comportement s’adaptera de façon semi-automatique à celui de l’apprenant. L’équipe Per-
ception Artificielle doit donc concevoir un système de MoCap (Motion Capture) facial sans
marqueur et en situation dynamique, robuste vis à vis des diverses sources de variabilités
(pose, émotions) pouvant apparaître dans les séquences vidéos. Le laboratoire a également
répondu à l’appel à projet (ANR ContInt 2010) Défi REPERE (Reconnaissance de PER-
sonnes dans des Emissions audiovisuelles) dont l’objectif est de développer un système non
contraint de reconnaissance multimodale de personnes dans des émissions audiovisuelles
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Annexe A

Localisation de la tête

Dans la plupart des expériences présentées dans ce manuscrit, nous utilisons la version
OpenCV 1 du détecteur de Viola et Jones [2001] (amélioré par Lienhart et Maydt [2002])
pour localiser le visage dans une image. Les résultats d’apprentissage disponibles dans cette
librairie permettent de détecter des visages de face et de profil.

Toutefois, il n’existe pas, à notre connaissance, de détecteurs publics de visages multi-
orientations capables de couvrir l’ensemble des poses de la base Pointing 04. Pour nous
comparer aux autres méthodes de l’évaluation CLEAR 07, nous avons dû concevoir une
méthode de localisation de visage dont le principe est illustré dans la figure A.1. Bien
que développée spécifiquement pour l’évaluation de la base Pointing, cette méthode peut
s’appliquer à d’autres bases de données d’images couleur de visages.

Images contenant un visage 
détecté par Viola-Jones

Histogramme
de teinte chair

Histogramme
du fond

Apprentissage

Localisation du visage

50 100 150 200 250 300 350

50

100

150

200

250

Image courante

Décision
bayésienne

Pixels détectés résultat

Figure A.1 – Principe de notre méthode de localisation du visage

Elle s’appuie sur la détection de la teinte chair. Dans un premier temps, les images de
face sont détectées à l’aide du détecteur de Viola-Jones. Les pixels contenus à l’intérieur de

1. OpenCV est une librairie open-source de fonctions pour la vision par ordinateur disponible à l’adresse
http ://sourceforge.net/projects/opencvlibrary/



Annexe A. Localisation de la tête

la zone détectée sont utilisés pour construire un histogramme à deux dimensions à partir
des canaux de teinte et de saturation de l’espace colorimétrique HSV. L’ histogramme est
normalisé et chacune de ses classes correspond à la probabilité pour un pixel d’appartenir
au visage (teinte chair). D’autres pixels sont séléctionnés aléatoirement en dehors de la zone
du visage pour construire l’histogramme du fond. Dans une nouvelle image de la base, on
détecte alors les pixels du visage par une décision bayesienne qui repose sur les histogrammes
de teinte chair et non-chair. La taille de la boite englobante du visage est proportionnelle à
l’écart type des pixels suivant l’axe horizontal et l’axe vertical de l’image. Nous avons choisi
deux ecart type dans nos expérience.

Dans cette méthode, seuls les visages de la base d’apprentissage sont utilisés et au-
cune étape d’étiquetage manuel n’est requise. Le principal inconvénient de cette méthode
concerne la précision. Dans certains cas, par exemple, les pixels du cou seront détectés
comme appartenant au visage et modifierons les limites de la boîte englobante.
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Annexe B

Système d’acquisition multicamera

Cette annexe présente le réseau de caméras mis en œvre dans le cadre du projet PILE.
Il s’agit d’un extrait de l’article [Bailly et al., 2006b].

B.1 Choix technique

Pour analyser les gestes et les regards du bébé, nous avons opté pour un système orienté
vision plutôt que d’autres capteurs tels que l’on peut voir dans [Mathieu et Fuchs, 2006].
Ce choix a été motivé par trois raisons :

– l’analyse d’image permet de répondre aux objectifs que nous avons définis précédem-
ment ;

– l’équipe des cliniciens utilise les enregistrements vidéo pour leurs observations. Ainsi
nous simplifions le mode opératoire et la mise en correpondance des différentes don-
nées ; nous réduisons également le nombre de capteurs ;

– le système est non intrusif et préserve la spontanéité de l’interaction mère-bébé.

B.2 Description de l’installation

Nous avons été amené à définir un réseau de cameras (figure B.1).

Trois champs de vision, composés d’au moins deux caméras pour extraire la géométrie
3D des images, sont nécessaires. Un premier (caméras 1 et 8, en bleu sur la figure B.1) est
restreint au visage du bébé pour estimer la direction de son regard (cela requière en effet
une forte résolution). Un second (caméras 2,4,6 et 7 en jaune) permet la capture de ses
gestes. Ce champ se compose de quatre caméras afin de limiter l’influence des nombreuses
occlusions qui interviennent au cours du tournage. Le troisième (caméras 3 et 5 en rouge)
est dédié à la localisation de la mère. Les caméras sont des caméscopes miniDV reliés à des
enregistreurs numériques. Elles sont synchronisées à l’aide de signaux lumineux visibles par
toutes les caméras. L’extraction de l’information 3D des différents flux vidéo nécessite une
étape préalable de calibrage. Nous présentons notre méthode dans la section suivante.
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Figure B.1 – Emplacement des caméras

B.3 Calibrage des caméras

Le calibrage des caméras est une étape d’estimation de deux types de paramètres :
– les paramètres intrinsèques : ce sont les paramètres propres à une caméra tels que la
longueur focale. Ils sont regroupés dans une matrice K et définissent le passage du
repère caméra au repère image (cf. figure B.2) ;

– les paramètres extrinsèques : ils correspondent à la position et l’orientation des camé-
ras dans la scène. Ils définissent donc le passage du repère monde au repère caméra
(combinaison d’une rotation R suivant les 3 axes et d’une translation t)

Il existe de nombreuses méthodes de calibrage que l’on peut répartir en deux catégories.
Les méthodes qui s’appuient sur des informations métriques connues a priori et les mé-
thodes d’autocalibrage [Quan et Triggs, 2000]. Elles limitent les manipulations préalables
(pas d’enregistrement d’une mire de calibrage par exemple) mais elles sont moins robustes
et moins précises. Ayant la possibilité d’agir sur la scène avant chaque enregistrement, nous
nous sommes tournés vers la première catégorie de méthodes. Cette dernière peut se dé-
composer en plusieurs sous-catégories en fonction du type d’objets utilisés pour calibrer.
Certaines utilisent un pointeur laser Svoboda et al. [2005] mais elles ne sont pas adaptées
dans notre cas puisque les caméras de notre réseau ne couvrent pas toute le même champ
de vision. Les calibrages par mire plane Zhang [2000] donnent de très bon résultats mais
elles sont contraignantes car un opérateur doit manipuler la mire successivement devant
chaque caméra. Par ailleurs, l’opérateur n’a pas de retour visuel direct de ce qu’il est en
train d’enregistrer et ne peut, par conséquent, pas savoir si le cadrage est correct. Nous
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K : paramètres intrinsèques

Figure B.2 – Modèle projectif d’une caméra : un point M de l’espace se projète en un
point m sur le plan image.

avons donc privilégié l’emploi d’une mire 3D fixe. L’opérateur peut alors poser la mire dans
la scène et vérifier qu’elle est bien positionnée.

B.3.1 Description de la méthode

Notre méthode propose deux originalités. D’une part, nous avons conçu une mire de
calibrage tridimensionnelle adaptée à notre réseau de caméras (figure B.3). Elle a été pensée
de manière à ce que chaque caméra puisse observer au moins deux faces non coplanaires
et que les paires stéréoscopiques (caméras 3 et 5 par exemple) observent les mêmes plans.
D’autre part, les caméras sont déplacées entre chaque tournage. Il est donc nécessaire de
les recalibrer à chaque fois. Dans un souci d’automatisation de cette étape, nous avons
alors conçu un algorithme de calibrage fondé sur une segmentation couleur de la mire. Il
s’effectue en 3 phases distinctes :

– La localisation des points d’intérêt de la mire. Une segmentation par la couleur per-
met d’extraire les informations de position des amers de la mire. Elle repose sur un
apprentissage préalable des cinq couleurs de la mire.

– Le calcul des paramètres internes des caméras à partir de l’estimation de la matrice
de projection.

– Le calcul des paramètres externes : on détermine pour chaque caméra une matrice de
passage vers un repère commun (le repère d’une caméra par exemple) en s’appuyant
sur les plans de la mire que les caméras ont en commun.
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Figure B.3 – mire vue par les 8 caméras

B.3.2 Localisation des points d’intérêt de la mire

Segmentation couleur : Nous effectuons dans un premier temps un apprentissage pour
chaque couleur de la mire. Dans une séquence vidéo, nous sélectionnons une zone de la
couleur à apprendre. Chaque pixel de cet échantillon représente un point dans l’espace
RGB que nous projetons sur les trois plans rouge-vert rouge-bleu et vert-bleu. Ainsi nous
obtenons un ensemble de points caractéristiques d’une couleur. La figure B.4 présente un
exemple appliqué à la couleur mauve. En renouvelant cette opération sur une séquence
de quelques secondes, on modélise implicitement l’instabilité statique du capteur pour un
éclairage donné.

B

R

V

R

B

V

Figure B.4 – les zones blanches correspondent à l’ensemble des pixels caractéristiques de
la couleur mauve dans les plans bleu-rouge, vert-rouge et bleu-vert

Pendant la phase de traitement, nous pouvons alors très simplement rechercher les
cinq couleurs caractéristiques de la mire. Pour une couleur donnée et pour chaque pixel de
l’image, nous testons son appartenance à l’ensemble des pixels caractéristiques de la couleur
(la figure B.5 montre un exemple de segmentation couleur).

La méthode que nous proposons présente trois intérêts :

– Elle est très simple à implémenter ;

– Les traitements sont très rapides et nécessitent peu de ressources ;

– Elle est adaptée au capteur et aux conditions d’éclairage utilisés pendant l’apprentis-
sage.
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Figure B.5 – L’image de gauche présente le résultat de la segmentation couleur. Les cou-
leurs affichées dans l’image de gauche correspondent aux cinq couleurs caractéristiques de
la mire détectées à partir de l’image de droite

Localisation des points : Nous pouvons alors déterminer de manière automatique, la
position des amers de couleurs de la mire (que nous appellerons coins de la mire par la
suite) pour chaque vue puisqu’ils sont définis de manière unique dans l’image.

Nous calculons alors l’homographie entre la position des coins dans le repère mire et la
position des coins dans le repère image. C’est la même transformation qui s’applique à tous
les amers de la mire. On trouve ainsi les positions approximatives des centres des amers
dans l’image. On affine la localisation en calculant le centre de gravité de tous les amers
identifiés. On obtient ainsi la position subpixelique des amers dans le repère image (figure
B.6).

Figure B.6 – Détection automatique des disques blancs de la mire
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B.3.3 Estimation des paramètres intrinsèques

Nous avons à présent un ensemble de correspondance entre des points Mi du repère
monde associé à la mire et leur projeté mi dans le repère image. Cette relation est donnée
par l’équation B.1 :

mi = PMi (B.1)

Avec P la matrice de projection. Elle est estimée grâce à l’algorithme de Transformation
Linéaire Directe Normalisée décrite dans Hartley et Zisserman [2003]. L’erreur de reprojec-
tion des points de la mire est comprise entre 0.3 et 0.9 pixels en fonction des caméras. La
matrice de projection se décompose de la manière suivante :

P = K[R|t] (B.2)

avec K une matrice triangulaire supérieure de la forme :

K =

 αu s u0
0 αv v0
0 0 1

 (B.3)

avec :
– αu : le facteur d’échelle suivant l’axe u ;
– αv : le facteur d’échelle suivant l’axe v ;
– (u0; v0)T : les coordonnées du point principal ;
– s : le facteur de "verticalité" du plan de projection ;

On extrait la matrice K en utilisant la décomposition RQ

B.3.4 Paramètres extrinsèques des caméras

Les paramètres extrinsèques des caméras sont également obtenus à partir de la matrice
de projection Hartley et Zisserman [2003]. Ces paramètres donnent les positions et les
orientations des caméras par rapport à un repère associé aux plans vus par les caméras. Le
repère monde n’est donc pas le même pour toutes les caméras puisque elles n’observent pas
toutes les mêmes paires de plans. Nous devons donc exprimer les matrices de passage des
repères mondes propres à chaque caméra à un repère monde commun (nous avons choisi
de nous placer dans le repère de la caméra 3).

Les caméras 1,2,3,5 et 8 regardent des mires plaquées de chaque cotés de supports plans
assemblés avec des angles à 90° et dont l’épaisseur est connue. Nous pouvons alors définir
simplement les matrices de transformation. En effet, ce sont des composées de translations
et de rotations de 180°. Nous appellerons ce nouveau repère, repère mire 1 (rm1). Soit
Trmircj la matrice de transformation euclidienne permettant le passage du repère mire i
(rmi) au repère caméra j (rcj). Connaissant Trm1rci pour i = {1, 2, 3, 5, 8}= on a :
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Trcirc3 = Trm1rc3 ∗ T−1
rm1rci

(B.4)

La position des caméras 6 et 7 est connue par rapport à un repère que nous nommerons
le repère mire 2 (rm2). Nous ne pouvons pas mesurer avec précision la transformation qui
permet de passer du repère monde 1 au repère monde 2. Pour calculer la matrice de passage
du repère caméra 7 au repère caméra 3, nous nous appuierons sur un plan observé par les
deux caméras, que nous appellerons par la suite repère plan 1 (rp1) et que l’on peut observer
sur la figure B.7(a).

Connaissant les paramètres intrinsèques des caméras et les distances entre les points de
la mire, on calcule la matrice de passage Trp1rci du repère plan 1, au repère caméra i (avec
i = {3, 7}) par la méthode de Sturm [2000]. Ainsi on calcule la matrice de passage du repère
caméra 7 au repère camera 3 :

Trc7rc3 = Trp1rc3 ∗ T−1
rp1rc7 (B.5)

Et la matrice de passage du repère de la caméra 6 au repère de la caméra 3 en passant par
le repère caméra 7 :

Trc6rc3 = Trc7rc3 ∗ Trm2rc7 ∗ T−1
rm2rc6 (B.6)

Les caméras 4 et 7 observent deux parties distinctes d’un même plan (cf. figure B.7(b))
dont on peut exprimer la position des points de ce plan dans un repère commun (le repère
plan 2).

Plan commun

(a) Plan commun aux
caméras 3 et 7

Plan commun

(b) Plan commun aux
caméras 4 et 7

Figure B.7 – Plans communs utilisés pour le calcul des matrices de passage entre caméras

De la même manière que pour la caméra 6, on détermine la matrice de passage du repère
caméra 4 au repère caméra 7 et on en déduit la matrice de passage du repère caméra 4 au
repère caméra 3.

Trc4rc3 = Trc7rc3 ∗ Trc4rc7 (B.7)
Trc4rc3 = Trc7rc3 ∗ Trp2rc7 ∗ Trp2rc4 (B.8)
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Notre réseau de caméras est donc entièrement calibré et nous pouvons exprimer par
triangulation, la position de n’importe quel objet de la scène observé par au moins deux
caméras.
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Publications

Revue internationale avec comité de lecture
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Conférences internationales avec actes et comité de lecture
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cognition (ICPR’10). Istanbul, Turkey, 2010.
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Nonlinear Regression, International Conference on Computer Analysis of Images and
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des gestes et du regard du bébé : application à la détection des troubles du langage,
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Méthodes d’apprentissage pour l’estimation de la pose de la tête dans
des images monoculaires

Cette thèse s’inscrit dans le cadre de PILE, un projet médical d’analyse du regard, des
gestes, et des productions vocales d’enfants en bas âge. Dans ce contexte, nous avons conçu
et développé des méthodes de détermination de l’orientation de la tête, pierre angulaire des
systèmes d’estimation de la direction du regard.

D’un point de vue méthodologique, nous avons proposé BISAR (Boosted Input Selec-
tion Algorithm for Regression), une méthode de sélection de caractéristiques adaptée aux
problèmes de régression. Elle consiste à sélectionner itérativement les entrées d’un réseau de
neurones incrémental. Chaque entrée est associée à un descripteur sélectionné à l’aide d’un
critère original qui mesure la dépendance fonctionnelle entre un descripteur et les valeurs à
prédire. La complémentarité des descripteurs est assurée par un processus de boosting qui
modifie, à chaque itération, la distribution des poids associés aux exemples d’apprentissage.

Cet algorithme a été validé expérimentalement au travers de deux méthodes d’esti-
mation de la pose de la tête. La première approche apprend directement la relation entre
l’apparence d’un visage et sa pose. La seconde aligne un modèle de visage dans une image,
puis estime géométriquement l’orientation de ce modèle. Le processus d’alignement repose
sur une fonction de coût qui évalue la qualité de l’alignement. Cette fonction est apprise
par BISAR à partir d’exemples de modèles plus ou moins bien alignés. Les évaluations de
ces méthodes ont donné des résultats équivalents ou supérieurs aux méthodes de l’état de
l’art sur différentes bases présentant de fortes variations de pose, d’identité, d’illumination
et de conditions de prise de vues.

Mots clés : pose de la tête, modèle déformable, alignement, sélection de descrip-
teurs, régression, réseau de neurones incrémental, apprentissage automatique boosting



Learning-based head pose estimation in monocular images

This doctoral research is part of PILE, a medical project which aims at analyzing baby’s
gazes, gestures and vocalizations. In this context, we have designed and developed methods
for determining the head pose which constitutes the cornerstone of a system for estimating
the gaze direction.

From a methodological point of view, we have proposed BISAR (Boosted Input Selection
Algorithm for Regression), a feature selection method which is well adapted to regression
problems. It consists in iteratively selecting inputs of an incremental neural network. Each
input corresponds to a feature selected by our Fuzzy Functional Criterion. The latter mea-
sures the functional relation between a feature and the values to predict. The features
complementarity is provided by a boosting process that changes weight distribution on the
training examples.

This algorithm has been experimentally validated in two head pose estimation methods.
The first approach directly learns the relationship between the appearance of a face and
its corresponding pose. The second approach aligns a face model in an image and then
calculates the geometric orientation of this model. The alignment process is based on a cost
function that evaluates the quality of the fitness. This function is learned by BISAR from
examples of aligned and misaligned models. Evaluations of these methods have given state
of the art results on different test sets with large variations in pose, identity, illumination
and shooting conditions.

Keywords : head pose estimation, flexible model, alignment, feature selection, re-
gression, incremental neural network, boosting, machine learning
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