N

N

Contextualisation, Visualisation et Evaluation en
Apprentissage Non Supervisé

Laurent Candillier

» To cite this version:

Laurent Candillier. Contextualisation, Visualisation et Evaluation en Apprentissage Non Supervisé.
Autre [cs.OH]. Université Charles de Gaulle - Lille III, 2006. Frangais. NNT: . tel-00617420

HAL Id: tel-00617420
https://theses.hal.science/tel-00617420
Submitted on 29 Aug 2011

HAL is a multi-disciplinary open access L’archive ouverte pluridisciplinaire HAL, est
archive for the deposit and dissemination of sci- destinée au dépot et a la diffusion de documents
entific research documents, whether they are pub- scientifiques de niveau recherche, publiés ou non,
lished or not. The documents may come from émanant des établissements d’enseignement et de
teaching and research institutions in France or recherche francais ou étrangers, des laboratoires
abroad, or from public or private research centers. publics ou privés.


https://theses.hal.science/tel-00617420
https://hal.archives-ouvertes.fr

THESE
pour 'obtention du titre de
DOCTEUR en INFORMATIQUE
de I"Université Charles de Gaulle - Lille 3
soutenue par
Laurent Candillier
avec le soutien de la société Pertinence, Paris

et de I’Association Nationale de la Recherche Technique

Contextualisation, visualisation et évaluation

en apprentissage non supervisé

Date de soutenance : le 15 septembre 2006

Jury :
Prof. Edwin Diday Université Paris Dauphine Président, Rapporteur
Prof. Gérard Govaert Université de Compiégne  Rapporteur
Prof. Rémi Gilleron Université de Lille 3 Directeur de thése
M. Conf. Isabelle Tellier Université de Lille 3 Examinateur
M. Conf. Fabien Torre Université de Lille 3 Examinateur

Chercheur Olivier Bousquet Société Pertinence Examinateur






Aucune régle n’eziste,
les exemples ne viennent
qu’au secours des régles
en peine d’ezister.

André Breton






Remerciements

Je tiens tout d’abord & remercier tout particuliérement Fabien Torre, sans qui cette
thése n’aurait jamais pu se dérouler dans de bonnes conditions, qui a toujours été trés
présent et a enrichi ces travaux de maniére conséquente.

Merci a Isabelle Tellier qui a également été trés présente tout au long de cette thése
et a permis 'enrichissement de ces travaux, et & Rémi Gilleron qui a accepté d’étre di-
recteur de ma thése et m’a accueilli dans son équipe. Merci aussi & Dominique Gonzalez,
Aurélien Lemay, Patrick Marty, Joachim Niehren, Philippe Preux et Marc Tommasi qui
m’ont également aidé & avancer, et plus généralement & I’ensemble de I’équipe GRAppA
de l'université de Lille 3, qui réussit & allier bonne entente et travail rigoureux, et dans
laquelle j’ai passé des années de recherches trés enrichissantes.

Je tiens également a citer I’Association Nationale de la Recherche Technique (ANRT)
et la société Pertinence qui ont participé au financement de cette thése par le biais des
bourses CIFRE. Ces moments passés au sein de ’entreprise ont eux aussi été trés enri-
chissants pour moi. Je remercie en particulier les membres de I’équipe de Recherche de
la société, Olivier Bousquet, Alex Fleischer, Jean-Marc Kerisit, Seydina Ndiaye, Benja-
min Rey et Skander Soltani.

Je remercie aussi Edwin Diday et Gérard Govaert qui ont bien voulu accepter la
charge de rapporteurs de ces travaux. Les remarques pertinentes qui m’ont été faites
ainsi que 'opportunité qui m’a été donnée d’améliorer encore cette thése aprés la sou-
tenance ont été, je pense et j'espére, trés bénéfiques. Merci aussi & Edwin Diday d’avoir
présider ce jury.

Enfin je tiens également & remercier Michéle Sebag et Catherine Trottier qui ont
aussi contribué a I'avancée de ces recherches, ainsi que les différents rapporteurs ano-
nymes de mes travaux pour leurs remarques et références pertinentes qui m’ont permis
d’avancer.

Merci & ma famille et mes amis pour leur soutien et leur présence.

Merci au lecteur intéressé par mes travaux.

Laurent






Table des matiéres

Introduction

1.1 L’extraction de connaissances dans les bases de données . . . . .. . ..
1.2 Représentation des données . . . . . . . . . ... ... ...
1.3 L’apprentissage supervisé . . . . . . . . . . ... .o
1.4 L’apprentissage non supervisé . . . . . . . . . ... ..o
1.5 L’apprentissage semi-supervisé . . . . . . . .. ..o
1.6 L’apprentissage partiellement supervisé . . . . . . . .. .. .. ... ...
1.7 Problématiques générales . . . . . . . .. ...
1.8 Cadredelarecherche. . . .. .. ... ... ... ... .. ........

Etat de I’art en clustering

Vue générale du probléme

2.1 Applications du clustering . . . . . . . ...
2.2 Notions de similarité . . . . . . . .. ...
2.3 Prise en compte ducontexte . . . . . ... ... .. L.
2.4 Meéthodes de clustering . . . . . . . ... L L L
2.5 Evaluation des résultats . . . . . . . .. .. ... ... ..
2.6 Notations . . . . . . . . . . e
2.7 Bilan . . . ... e

Méthodes de clustering

3.1 Clustering hiérarchique . . . . . . . .. . ... L L L.
3.2 Clustering K-means . . . . . . . ... ...
3.3 Clustering statistique . . . . . . . . . ...
3.4 Clustering stochastique . . . . . . . . . .. ... L Lo oL
3.5 Clustering basé sur ladensité . . . . ... ... ... ... ... ...
3.6 Clustering basé surlesgrilles . . . . ... ... ... ... ... ....
3.7 Clustering basé sur les graphes . . . . .. .. .. ... ... ..
3.8 Clustering spectral . . . . . . . . ...
3.9 Clustering hybride . . . . .. ... .. . L o
3.10 Subspace clustering ascendant . . . . . .. ... oL
3.11 Subspace clustering descendant . . . . .. ... ... Lo

oo O Ot Ot

13
14
15

19

23
23
24
25
26
31
32
36



11

Table des matiéres

3.12 Bilan . . . . . e,

Nouvelles méthodes de clustering

Tuareg : divisions successives sur les dimensions de 1’espace

4.1 Présentation des résultats parlesrégles . . ... ... .. ... ... ..
4.2 Partitionnement sur une dimension . . . . . ... .. ..o
4.3 Evaluer I'intérét d’une division . . . . ... ... ... .. ........
4.4 Algorithme de base : divisions successives . . . . . ... ... ... ...
4.5 Algorithme final : Tuareg . . . . . . . . ... .. ... ... ...
46 Bilan . . . . ..o

SuSE : sélection de sous-espaces en clustering statistique

5.1 Modeles probabilistes . . . . . . . .. ..o
5.2 Notations . . . . . . . . . e e e e e e
5.3 Inmitialisation du modéle . . . . . . . . . . . ... ... ...
5.4 Optimisation du modéle . . . . . .. ... .o Lo oo
5.5 Sélection d’attributs . . . . . . ... ..o
5.6 Sélectiondemodele . . . . . . ..
5.7 Présentation des résultats . . . . . . . . . . ... ... ...
5.8 Bilan . . . . . .o

Extensions des méthodes

6.1 Extensions au supervisé . . . . . . . ..o

6.2 Extensions aux données semi-structurées . . . . . .. .. ... ... ...
6.2.1 Représentation des documents XML . . . .. .. ... ... ...
6.2.2 Clustering de documents XML . . . . ... ... ... .. ....
6.2.3 Classification supervisée de documents XML . . . . . . ... ...

6.3 Bilan . . . . . . . e e

Expérimentations

7.1 Données artificielles . . . . . . . . . . ..o
7.1.1 Algorithme Tuareg . . . . .. ... ... ... ... .......
7.1.2 Algorithme SuSE . . . . .. .. ..o o
7.1.3 Présentation des résultats . . . ... ... ... ... ... ...,

7.2 Donnéesréelles . . . . . . . . . .
7.2.1 Données UCI . . .. . . . . . .. . . ... .
7.2.2 Données Pertinence . . . . . . . . . . ... L0
7.2.3 Données semi-structurées . . . . . . ... .. ...

7.3 Bilan . . . . .

59

63
63
66
68
71
71
73

79
79
81
82
83
87
89
90
94

97
97
98
98
100
101
105



Table des matiéres 3

IIT Nouvelle méthode d’évaluation d’algorithmes de clustering 141

8 Evaluation en cascade 143
8.1 Présentation générale . . . . . . . ..o Lo 143
8.2 Nouvelle méthodologie d’évaluation . . . . . . . . ... ... ... ..., 145
8.3 Exemple d'utilisation . . . . . . ..o Lo 148
84 Bilan . . . . . .. 151

9 Expérimentations en cascade 153
9.1 Résultats initiaux . . . . . . ..o 154
9.2 Changements d’algorithmes supervisés . . . . . . .. .. ... ... ... 156
9.3 Changements de méthode de combinaison . . . ... ... ... ..... 156
9.4 Bilan . . . . .. 160

IV Conclusions et perspectives 163

10 Méthodes de clustering 169
10.1 Le clustering . . . . . . . . . e 169
10.2 Algorithme Tuareg . . . . . . . . . . . .. i 170
10.3 Algorithme SuSE . . . . . . . . .. L o 171

11 Evaluation en cascade 173
11.1 Méthode d’évaluation du clustering . . . . . . .. ... .. .. ... ... 173
11.2 Combinaison de classifieurs . . . . . . .. .. .. ... 174

12 Bilan 175

V  Annexes 177

A Algorithmes de clustering 181
A.1 Notions de similarité . . . . . . . . . . .. ... ... 181

A.1.1 Similarités entre objets . . . . . .. ... 181
A.1.2 Cohésion interne d'un cluster . . . . .. . ... ... 183
A.1.3 Isolation externe dun cluster . . . . .. ... ... ... ..... 183
A.1.4 Mesures internes de la qualité d’un clustering . . . . . ... ... 184
A.1.5 Mesures externes de la qualité d’un clustering . . . . .. ... .. 185
A.2 Problématique des larges bases de données . . . . . .. ... ... ... 186
A3 Clustering hiérarchique . . . . . . ... . ... oL oL 187
A31 COBWEB . . . . . .. e 187
A32 CURE . ... .. e 187
A4 Clustering K-médoides . . . . . . . . . .. . o 187
A41 CLARANS . . . 187

A42 BIRCH . .. . . e 188



Table des matiéres

A.5 Clustering stochastique . . . . . . . . .. ... Lo
A.5.1 Algorithmes génétiques . . . . . . . ... .. L.
A.5.2 Recherche Tabou . . . . ... .. ... ... ... ... ......
A53 Recuitsimulé . . ... ... ..

A.6 Clustering basé sur ladensité . . . . .. .. .. .. ... ... ......
A6.1 OPTICS . . . . . .
A6.2 DBCLASD . .. . . . . .
A6.3 DENCLUE . .. ... . .. ...

Prise en compte du contexte

B.1 Modification de I’espace de description . . . . . . .. .. ... ... ...
B.1.1 Sélection d’attributs . . . . ... .. ... .. oL,
B.1.2 Extraction d’attributs . . . . . ... ... .. Lo oL,
B.1.3 Pondération d’attributs . . . .. .. ... ... oL,

B.2 Subspace clustering ascendant . . . . . ... ...
B.21 CLIQUE. . . .. ... . ... .
B.2.2 ENCLUS . ... . . . . . .. e
B.2.3 MAFIA . . . . . . e
B.24 SUBCLU . ... . . . . e e e e e

B.3 Subspace clustering descendant . . . . . .. . ... Lo
B.3.1 PROCLUS . .. .. . . . e e e e
B.3.2 FINDIT . . .. . . . . . e e e
B.3.3 DOC . . . . o o
B.3.4 HARP . . . . . . . . e
B.3.5 LAC . . . . .
B.3.6 CLTREE . ... ... . . .. .. .. . ... .
B.3.7 d-cluster . . . . . .. ...

B4 Bilan . . . . .. ... e

Algorithme Tuareg
C.1 Méthode de partitionnement de Fisher . . . . . . .. .. ... ... ...

Algorithme SuSE

D.1 Démonstrations . . . . . . . . ..o Lo
D.2 Détails d’implémentation . . . . . . . . ... .o
D.3 Utilisation dans le logiciel Pertinence . . . . . .. .. ... ... .....

Bibliographie
Liste des algorithmes
Liste des tableaux

Liste des figures

209
209

211
211
216
216

218

227

229

231









Chapitre 1

Introduction

1.1 L’extraction de connaissances dans les bases de données

Depuis la venue de 'informatique, ’ensemble des données stockées sous forme numé-
rique ne cesse de croitre de plus en plus rapidement partout dans le monde. Les individus
mettent de plus en plus les informations qu’ils possédent a disposition de tous via le
web. De nombreuses entreprises, en particulier la plupart des grands magasins, récoltent
de plus en plus d’informations sur leurs clients et leurs comportements. De nombreux
processus industriels sont également de plus en plus contrdlés par 'informatique. Les
résultats d’analyses médicales sont aussi de plus en plus réguliérement conservés pour
étre analysés. Et de nombreuses mesures effectuées un peu partout dans le monde,
comme par exemple les mesures météorologiques, remplissent aussi d'importantes bases
de données numériques.

Ainsi, de nos jours, non seulement le nombre de données stockées numériquement
est trés important, mais le type de ces informations est également trés varié. Le web est
un exemple trés présent aujourd’hui d’espace regroupant des données trés nombreuses,
diverses et variées : textes structurés ou non, images, sons, films, etc. Les bases de don-
nées clients, les données extraites de processus de production, les résultats d’analyses
meédicales ou les bases de données de mesures mondiales peuvent elles aussi contenir
un nombre important d’informations hétérogénes : données numériques, catégorielles,
courbes, etc. Il existe dés lors un trés grand intérét a développer des techniques permet-
tant d’utiliser au mieux tous ces stocks d’informations, afin d’en extraire un maximum
de connaissance utile.

Sur le web, il s’agit par exemple de comprendre au mieux le contenu des pages web
et des requétes utilisateurs afin de fournir & ces derniers l'information ciblée la plus
pertinente possible et de la maniére la plus compréhensible possible. Dans le cas de
bases de données clients, il peut s’agir de comprendre au mieux les comportements des
clients afin de leur faciliter 'accés aux produits qui les intéressent. Quant aux données
issues de processus de production, il existe un grand intérét & en extraire un maximum
de connaissances afin d’en déduire des bonnes pratiques pour optimiser la production.
En ce qui concerne les résultats d’analyses médicales, leur étude peut par exemple aider
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4 mieux détecter les patients a risque pour certaines maladies, permettant ainsi de
prévenir plutdt que de guérir. Dans le cas des données météorologiques, leur analyse
peut aider & mieux comprendre les phénomeénes généraux qui régissent le climat, afin,
par exemple, d’anticiper les phénomenes extrémes et d’agir en conséquence pour les
populations concernées.

L’objectif général de 1’apprentissage automatique est d’extraire automatiquement de
telles connaissances en se basant sur des exemples, c’est-a-dire sur un ensemble limité
de données disponibles. Ce probléme se décline en plusieurs variantes, en fonction des
informations disponibles sur le probléme traité :

— l'apprentissage supervisé,

— D’apprentissage non supervisé,

— l'apprentissage semi-supervisé,

— et 'apprentissage partiellement supervisé.

Mais avant de présenter ces différentes approches, nous introduisons d’abord diffé-
rentes maniéres de représenter les données.

1.2 Représentation des données

Généralement, on représente les données sous forme tabulaire. Les lignes du tableau
correspondent alors aux exemples, les colonnes aux attributs qui les caractérisent, et les
cases du tableau aux valeurs des exemples sur ces attributs. On parle ainsi classiquement
de représentation des données par atiribut-valeur, ou sous forme matricielle.

Le tableau 1.1 représente par exemple un ensemble de voitures définies par un en-
semble de caractéristiques : leur identifiant, le carburant qu’elles utilisent, leur nombre
de cylindres, leur longueur, leur puissance et leur prix. Le carburant est un attribut de
type catégoriel, les valeurs possibles sur cet attribut faisant partie d’'un ensemble fini
prédéterminé de catégories (diesel, essence, gpl et éthanol dans notre cas). Les autres
attributs sont de type numérique, avec chacun son intervalle de définition (I’ensemble
des réels compris entre 156 et 190 pour la longueur par exemple). La case en gras signifie
ainsi que la troisiéme voiture utilise du diesel comme carburant.

Notons dés a présent qu’il existe différentes terminologies pour décrire les éléments de
telles bases de données tabulaires. Le plus souvent, les lignes du tableau sont appelées
les exemples, et les colonnes les attributs. On peut également considérer qu’il s’agit
d’objets décrits par des valeurs sur plusieurs dimensions, ou bien de points décrits par
leurs coordonnées. Enfin, une autre vue possible utilisée en statistiques est de considérer
qu’il s’agit d’individus décrits par certaines caractéristiques, aussi appelées variables.

Notons aussi que dans certains cas, les données peuvent étre bruitées, c’est-a-dire
que certaines de leurs valeurs sont aberrantes. Il s’agit le plus souvent de valeurs issues
de capteurs déficients, ou bien d’erreurs humaines dans leur manipulation. Il peut aussi
arriver que certaines valeurs ne soient pas renseignées. On parle dans ce cas de données
manquantes. Le tableau 1.2 présente un exemple de données dans lesquelles deux valeurs
manquantes et une valeur aberrante (en gras) sont présentes.

C’est cette représentation par attribut-valeur qui est le plus souvent utilisée pour



Représentation des données

identifiant | carburant | cylindres | longueur | puissance | prix
1 gpl 8 186 6000 16000
2 essence 4 170 5800 9000
3 diesel 6 172 5500 12000
4 diesel 4 156 5200 6500
) essence 12 190 5500 19000
6 essence 4 175 5800 9500
7 éthanol 4 158 6000 8000
8 diesel 6 188 5200 18000
9 essence 4 168 5000 7500
10 diesel 6 170 6000 10500
TAB. 1.1 — Données stockées sous forme tabulaire.
identifiant | carburant | cylindres | longueur | puissance | prix
1 gpl 8 186 6000 16000
2 essence 4 170 5800 9000
3 diesel 6 172 ? 12000
4 diesel 4 156 5200 6500
5 essence 12 190 5500 19000
6 ? 4 175 5800 9500
7 éthanol 4 158 6000 8000
8 diesel 6 188 5200 18000
9 essence 4 1680 5000 7500
10 diesel 6 170 6000 10500

TAB. 1.2 — Données bruitées et contenant des valeurs manquantes.
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décrire un ensemble de données, mais d’autres représentations plus complexes peuvent
également étre rencontrées. Par exemple, lorsque les données sont symboliques [Bock
and Diday, 2000], alors les valeurs associées aux objets peuvent étre des intervalles de
définition sur un attribut numérique, ou bien un ensemble de modalités possibles sur
un attribut catégoriel. De maniére plus générale, on peut représenter les valeurs des
objets par des distributions de probabilités sur les attributs considérés. Par ailleurs,
certaines données peuvent étre représentées par des arbres. C’est le cas par exemple
de corpus de documents semi-structurés ou de documents étiquetés syntaxiquement.
Certaines données sont fournies sous forme de graphes. Il est également possible qu’elles
soient représentées par des courbes, indiquant par exemple ’évolution temporelle de
certaines mesures. On parle dans ce cas de données continues, par opposition aux don-
nées discrétes. Enfin, lorsque 1’on souhaite représenter des interactions complexes entre
différents composants, comme en physique pour décrire les matériaux ou en chimie pour
décrire les molécules, alors c’est souvent la logique du premier ordre qui est utilisée.

Dans les travaux que nous avons menés, nous nous sommes principalement intéressé
au cas le plus souvent rencontré : celui des données représentées sous forme attribut-
valeur et ou les attributs peuvent étre de nature numérique ou catégorielle. Dans un
deuxiéme temps, nous nous sommes intéressé au cas des données représentées par des
arbres.

1.3 L’apprentissage supervisé

L’objectif général de la classification est d’étre capable d’étiqueter des données en
leur associant une classe. Si les classes possibles sont connues et si les exemples sont
fournis avec I’étiquette de leur classe, on parle d’apprentissage supervisé ou d’analyse
discriminante. Dans ce cas, il s’agit alors d’utiliser les exemples fournis déja classés pour
apprendre un modéle qui permette ensuite d’associer & tout nouvel exemple rencontré
sa classe la plus adaptée.

Un exemple d’application de ’apprentissage supervisé concerne la médecine : étant
donnés les résultats d’analyse d’un patient, et la connaissance de 1’état d’autres patients
pour lesquels les mémes analyses ont été menées, il est possible d’évaluer le risque de
maladie de ce nouveau patient en fonction de la similarité de ses analyses avec celles
des autres patients.

Dans le cas de notre exemple concernant les voitures, il peut s’agir par exemple de
déterminer si une nouvelle voiture rencontrée fait partie de la classe des citadines, des
voitures intermédiaires ou des voitures confortables, en se basant sur ses caractéristiques,
et sur la classe connue d’autres voitures déja rencontrées.

Le tableau 1.3 montre ainsi ’adaptation du tableau 1.1 dans le cadre de ’appren-
tissage supervisé. A chaque exemple initial est associée la classe de voiture a laquelle
il appartient. L’objectif est alors d’étre capable d’estimer la classe la plus appropriée
& tout nouvel exemple rencontré. Par exemple, observant que plus les voitures sont
longues, plus elles sont confortables, on pourrait extrapoler et répondre que la nouvelle
voiture appartient & la classe intermédiaire.



L’apprentissage non supervisé

identifiant carburant cylindres longueur puissance classe

1 gpl 8 186 6000 confort

2 essence 4 170 5800 intermédiaire
3 diesel 6 172 5500 intermédiaire
4 diesel 4 156 5200 citadine

5 essence 12 190 5500 confort

6 essence 4 175 5800 intermédiaire
7 éthanol 4 158 6000 citadine

8 diesel 6 188 5200 confort

9 essence 4 168 5000 intermédiaire
10 diesel 6 170 6000 ?

TAB. 1.3 — Données utilisées en apprentissage supervisé.

Par ailleurs, plutét que d’associer & chaque exemple une classe unique, il est parfois
utile de leur associer une probabilité d’appartenance & chacune des classes. Le tableau 1.4
présente le probléme dans ce cadre. Ainsi, la premiére voiture n’est par exemple plus
simplement classée comme confortable : elle a dans ce cas une probabilité de 0.8 d’étre
de la classe confort, et une probabilité de 0.2 d’étre de la classe intermédiaire.

identifiant carburant cylindres longueur puissance | citadine intermédiaire confort
1 gpl 8 186 6000 0 0.2 0.8
2 essence 4 170 5800 0.1 0.9 0
3 diesel 6 172 5500 0.1 0.8 0.1
4 diesel 4 156 5200 0.9 0.1 0
b) essence 12 190 5500 0 0 1
6 essence 4 175 5800 0.1 0.8 0.1
7 éthanol 4 158 6000 0.8 0.2 0
8 diesel 6 188 5200 0 0.1 0.9
9 essence 4 168 5000 0.2 0.8 0
10 diesel 6 170 6000 ? ? ?

TAB. 1.4 — Données utilisées en apprentissage supervisé probabiliste.

Enfin, lorsque la classe des exemples n’est pas catégorielle mais numérique, on parle
de régression. Le tableau 1.5 adapte notre exemple sur les voitures dans ce cas. L’objectif
dans ce cadre n’est alors plus simplement d’associer 1’une des trois classes prédéterminées
a la nouvelle voiture rencontrée, mais d’approcher au mieux le prix de cette voiture.

1.4 L’apprentissage non supervisé

A contrario, si seuls des exemples sans étiquette sont disponibles, et si les classes
et leur nombre sont inconnus, on parle d’apprentissage non supervisé, ou clustering.
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identifiant carburant cylindres longueur puissance | prix
1 gpl 8 186 6000 16000
2 essence 4 170 5800 9000
3 diesel 6 172 5500 12000
4 diesel 4 156 5200 6500
) essence 12 190 5500 19000
6 essence 4 175 5800 9500
7 éthanol 4 158 6000 8000
8 diesel 6 188 5200 18000
9 essence 4 168 5000 7500
10 diesel 6 170 6000 ?

TAB. 1.5 — Données utilisées en régression.

Dans ce cas, ’apprentissage se raméne alors a cibler les groupes homogénes d’exemples
existant dans les données, c’est-a-dire a identifier des groupes tels que les exemples les
plus similaires appartiennent au méme groupe, et que les exemples les plus différents
soient séparés dans différents groupes, la notion de similarité étant le plus souvent
ramenée 3 une fonction de distance entre paires d’exemples. Autrement dit, il s’agit a
ce niveau de rechercher la distribution sous-jacente des exemples dans leur espace de
description.

En médecine, il peut par exemple étre intéressant de détecter, parmi un ensemble
de patients atteints d’'une maladie donnée, les différents groupes de malades reflétant
différentes causes possibles de la maladie. Comme le montre le tableau 1.6, il n’y a dés
lors dans ce cas plus aucune information de classe associée aux exemples, ce qui revient
finalement & travailler directement sur le tableau 1.1 initial.

identifiant carburant cylindres longueur puissance prix | classe
1 gpl 8 186 6000 16000 ?
2 essence 4 170 5800 9000 ?
3 diesel 6 172 5500 12000 ?
4 diesel 4 156 5200 6500 ?
5 essence 12 190 5500 19000 ?
6 essence 4 175 5800 9500 ?
7 éthanol 4 158 6000 8000 ?
8 diesel 6 188 5200 18000 ?
9 essence 4 168 5000 7500 ?
10 diesel 6 170 6000 10500 ?

TAB. 1.6 — Données utilisées en apprentissage non supervisé.

La figure 1.1 montre par exemple une facon de regrouper un ensemble de voitures en
fonction de leur longueur et de leur prix. La découverte de tels groupes permet ainsi de
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mettre en avant le fait que le prix des voitures augmente significativement en fonction
de leur longueur.

De méme que pour l'apprentissage supervisé, on peut soit considérer que chaque
exemple ne peut appartenir qu’a un seul groupe, soit considérer que chaque exemple a
une probabilité donnée d’appartenir & chacun des groupes créés. Dans le premier cas,
on parle de hard clustering, et dans le second de soft clustering.

1.5 L’apprentissage semi-supervisé

Il existe également des problémes intermédiaires, ol seules certaines données sont
étiquetées. On parle alors d’apprentissage semi-supervisé. Le tableau 1.7 montre ’adap-
tation de notre exemple dans ce cadre.

identifiant carburant cylindres longueur puissance classe

1 gpl 8 186 6000 confort

2 essence 4 170 5800 intermédiaire
3 diesel 6 172 5500 intermédiaire
4 diesel 4 156 5200 citadine

5 essence 12 190 5500 confort

6 essence 4 175 5800 ?

7 éthanol 4 158 6000 ?

8 diesel 6 188 5200 ?

9 essence 4 168 5000 ?
10 diesel 6 170 6000 ?

TAB. 1.7 — Données utilisées en apprentissage semi-supervisé.

Dans ce cas, l'objectif est, de méme qu’en apprentissage supervisé, de proposer
un modéle permettant de représenter 'appartenance des objets & différentes classes
prédéterminées, mais cette fois-ci en se servant également des exemples non étiquetés
qui, comme en apprentissage non supervisé, sont susceptibles d’apporter de I’information
quant & la distribution sous-jacente des exemples dans leur espace de description [Nigam
et al., 2000].

Typiquement, ce type de probléme se présente lorsqu’évaluer la classe d’'un exemple
est coliteux. C’est par exemple le cas lorsque ’on souhaite déterminer si un patient
donné est atteint ou non d'une maladie qu'on ne peut détecter que par des moyens
modernes honéreux.

De nouveau, il est également possible d’associer a chaque exemple une probabilité
d’appartenance & chacune des classes. Le tableau 1.8 présente le probléme dans ce cadre.
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identifiant carburant cylindres longueur puissance | citadine intermédiaire confort
1 gpl 8 186 6000 0 0.2 0.8
2 essence 4 170 5800 0.1 0.9 0
3 diesel 6 172 5500 0.1 0.8 0.1
4 diesel 4 156 5200 0.9 0.1 0
5 essence 12 190 5500 0 0 1
6 essence 4 175 5800 ? ? ?
7 éthanol 4 158 6000 ? ? ?
8 diesel 6 188 5200 ? ? ?
9 essence 4 168 5000 ? ? ?
10 diesel 6 170 6000 ? ? ?

TAB. 1.8 — Données utilisées en apprentissage semi-supervisé probabiliste.

1.6 L’apprentissage partiellement supervisé

Enfin, lorsque ’étiquetage des données est seulement partiel, comme dans le cas du

tableau 1.9, on parle d’apprentissage partiellement supervisé [Ambroise and Govaert,
2000].

identifiant carburant cylindres longueur puissance | citadine intermédiaire confort
1 gpl 8 186 6000 0 0 1
2 essence 4 170 5800 0 1 0
3 diesel 6 172 5500 0 1 0
4 diesel 4 156 5200 1 0 0
b) essence 12 190 5500 0 0 1
6 essence 4 175 5800 ? ? ?
7 éthanol 4 158 6000 ? ? 0
8 diesel 6 188 5200 0 ? ?
9 essence 4 168 5000 ? ? 0
10 diesel 6 170 6000 ? ? ?

TAB. 1.9 — Données utilisées en apprentissage partiellement supervisé.

De cette maniére, on ajoute dans la base de données les informations partielles
concernant les classes associées aux exemples. Dans notre exemple, on précise ainsi
que la septiéme voiture est soit de la classe citadine, soit de la classe intermédiaire,
mais qu’elle n’est pas de la classe confort puisque sa probabilité d’appartenance & cette
classe est nulle. Dans le domaine médical, ce type d’information partielle correspond
par exemple au fait qu'un médecin soit certain qu’un patient donné n’est pas atteint de
la maladie A, mais qu’il hésite entre la maladie B ou la maladie C.

Le tableau 1.10 présente finalement le cas ol les informations sur les classes des
exemples sont partielles et ol une probabilité d’appartenance a chacune des classes est
associée & chaque exemple.
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identifiant carburant cylindres longueur puissance | citadine intermédiaire confort
1 gpl 8 186 6000 0 0.2 0.8
2 essence 4 170 5800 0.1 0.9 0
3 diesel 6 172 5500 0.1 0.8 0.1
4 diesel 4 156 5200 0.9 0.1 0
5 essence 12 190 5500 0 0 1
6 essence 4 175 5800 ? ? ?
7 éthanol 4 158 6000 ? ? 0
8 diesel 6 188 5200 0 ? ?
9 essence 4 168 5000 ? ? 0
10 diesel 6 170 6000 ? ? ?

TaB. 1.10 — Données utilisées en apprentissage partiellement supervisé probabiliste.

1.7 Problématiques générales

L’efficacité des méthodes mises en ceuvre dépend fortement des caractéristiques des
bases de données étudiées. Il y a ainsi quatre éléments principaux a prendre en compte :

1. le nombre d’exemples considérés,

2. le nombre et le type des attributs décrivant ces exemples,

3. la présence de données manquantes (les valeurs non renseignées),

4. et le bruit qui peut exister dans les données (les valeurs aberrantes).

Par ailleurs, une attention particuliére doit étre portée sur certains points lors de la
mise en ceuvre de méthodes d’apprentissage :

1. la minimisation des connaissances a priori requises de la part de 'utilisateur,
2. la complexité du modéle utilisé pour représenter les données,

3. et éventuellement la présentation des résultats sous forme compréhensible pour
l'utilisateur.

Tout d’abord, 'efficacité des méthodes est fortement liée au nombre d’exemples qui
leur sont fournis en entrée. Si ce nombre est trop faible, il peut alors étre trés difficile
d’en extraire de l'information pertinente car les hypothéses envisagées peuvent alors
étre trés nombreuses et ont un faible support, c’est-a-dire que peu d’exemples vérifient
ces hypotheéses, ce qui met en doute leur validité. Au contraire, si ce nombre est trop
élevé, alors des problémes d’échelles peuvent se poser. Il faut alors étre capable de gérer
les problémes de stockage en mémoire de grandes quantités d’informations, ainsi que du
temps d’exécution de la méthode proposée.

De la méme facon, des données décrites par un grand nombre d’attributs nécessitent
souvent des méthodes spécifiques capables de prendre en compte de telles quantités im-
portantes d’attributs. La nature trés variée des attributs doit également étre considérée
lors de la mise en ceuvre de méthodes d’apprentissage. En effet, les attributs numé-
riques et les attributs catégoriels peuvent rarement étre traités de la méme maniére.
Par exemple, la notion de distance entre deux exemples n’est pas la méme selon que les
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attributs qui les caractérisent sont numériques ou catégoriels, car s’il est assez direct de
postuler qu’une voiture cotitant 10000 euros est plus proche d’une voiture cottant 9000
euros que d’une voiture cotitant 18000 euros, il est beaucoup plus problématique d’éva-
luer la proximité entre trois voitures dont 1'une est rouge, I’autre bleue et la troisieme
jaune.

Par ailleurs, un autre élément important & prendre en compte lors de la mise en
ceuvre d’'une méthode d’apprentissage est la possibilité que les valeurs de certaines
données sur certains attributs ne soient pas renseignées, ainsi que la possible présence
de données bruitées, c’est-a-dire d’exemples qui ne suivent pas la distribution générale
des exemples sur leur espace de description.

Un autre objectif important consiste & minimiser les connaissances a priori requises
de la part de l'utilisateur, afin que la méthode soit la plus générique possible, et parce
qu’il est souvent trés difficile pour les utilisateurs de fournir de telles connaissances.
En apprentissage non supervisé, il est par exemple souvent demandé a l'utilisateur de
spécifier le nombre de groupes présents dans les données, alors que cette information
est peu souvent disponible en pratique. Nous verrons dans la suite que ce point a été
trés présent lors de nos différents travaux de recherche.

D’autre part, une attention particuliére doit étre portée sur la complexité du modéle
proposé pour représenter les données. On retrouve & ce niveau le compromis classique
entre spécificité et généralisation du modéle. En effet, si un modéle trop complexe est
proposé, alors il risque d’étre trop spécifique aux données d’apprentissage, et donc étre
difficilement généralisable & de nouvelles données rencontrées. On parle dans ce cas de
sur-apprentissage. Au contraire, si un modeéle trop simple est proposé, alors il risque
de ne pas étre capable de cibler certains concepts spécifiques dans les données car les
concepts ciblés sont trop généraux. On parle dans ce cas de sous-apprentissage.

Enfin, un dernier point qui se révéle trés utile dans certains cas, et qui constitue
également une part importante de nos travaux de recherche, étant donné le cadre dans
lequel ils ont été menés, est celui de la présentation de résultats qui soient facilement
interprétables par 1’utilisateur.

1.8 Cadre de la recherche

La société Pertinence! propose aujourd’hui un logiciel trés efficace permettant d’ex-
traire de maniére compréhensible de la connaissance a partir de bases de données étique-
tées hétérogenes, issues pour la plupart de processus industriels complexes, puis de gérer
de facon pertinente cette connaissance dans le but d’améliorer au mieux ces processus
et leur maintenance.

Autrement dit, Pertinence a développé une méthode efficace d’apprentissage super-
visé & partir de bases de données pouvant contenir différents types d’attributs, et qui
fournit en sortie un résultat compréhensible sous forme de régles définies par un mini-
mum d’attributs parmi les plus pertinents, ainsi qu'une méthode permettant d’utiliser
au mieux ces régles produites.

"http ://www.pertinence.com
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On appelle ici régle une conjonction de tests définissant I’appartenance d’un ensemble
d’exemples & une classe. Ces tests sont définis sur un sous-ensemble des attributs initiaux
de description. Un test sur un attribut numérique définit 'appartenance de la valeur
d’un exemple a un intervalle de définition donné, et un test sur un attribut catégoriel
a I'appartenance de la valeur de I'exemple & une ou plusieurs catégories prédéfinies.
La figure 1.2 montre une telle régle, illustrant la facilité d’interprétation du résultat
produit.

If Perte de température lors in [ 49 ; 68.55 ] :U ey DIhn =

and T" posts fin de coulée in [ 1588.681 1605 ] o0 D D:D]:nuE
and Temps de coulée in [ 125 ; 163 ) _ Lot b
and Qualitéde latdle = rouillée ] —

then Qualité MV =  bon - == [

Fi1G. 1.2 — Exemple de régle produite par Pertinence Rule Maker.

Pertinence Rule Maker 7™ ne nécessite aucune connaissance a priori de la part de

I'utilisateur et est capable de faire face aux données réelles pouvant contenir des données
manquantes, bruitées, et caractérisées par de nombreux attributs de types différents et
parmi lesquels plusieurs peuvent ne pas étre pertinents.

Le cadre de notre recherche se situe dans ’extension de cette méthode efficace au cas
ol toutes les informations de classes ne sont pas disponibles. Autrement dit, nous cher-
chons & étendre la capacité du logiciel aux méthodes non supervisées, semi-supervisées
et partiellement supervisées, tout en conservant ses atouts actuels, & savoir :

— faire face & des données réelles

— pouvant contenir des données manquantes et du bruit,

— caractérisées par de nombreux attributs de types différents,

— et parmi lesquels plusieurs peuvent ne pas étre pertinents,

— et produire un résultat facilement interprétable par 1'utilisateur

— sans nécessiter de connaissance a priori de sa part.

Nous verrons alors dans la littérature les solutions proposées pour faire face & ces
différentes problématiques, puis nous présenterons nos contributions dans ce domaine.
Trois thématiques principales se sont dégagées :

1. la contertualisation fait référence au probléme de la prise en compte du contexte
dans lequel les groupes sont formés, ¢’est-a-dire le fait que certains groupes d’exemples
peuvent étre caractérisés par différents sous-ensembles des attributs initiaux ;

2. la visualisation fait référence & la problématique de la présentation des résultats
de maniére compréhensible & l'utilisateur ;

3. et 'évaluation est un probléme trés particulier dans le cadre de I’apprentissage non
supervisé car 'intérét méme d’un regroupement est difficile & définir car subjectif
par nature.
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Nous verrons alors l'intérét d’utiliser des modéles probabilistes pour faire face au
probléme de la contextualisation ainsi qu’a celui de la mise en ceuvre d’une méthode
capable de faire face aux données manquantes, au bruit présent dans les données et a
différents types d’attributs décrivant les exemples, et ne requiérant pas de connaissance
a priori de la part de l'utilisateur. Nous verrons l'intérét d’utiliser des régles et leur
projection en deux dimensions afin de présenter les résultats de maniére compréhensible
& l'utilisateur. Et nous verrons également l'intérét de replacer le clustering dans son
contexte d’utilisation pour son évaluation.

Nous commencons donc naturellement par présenter 1’état de I’art en clustering dans
la partie I. Nos contributions algorithmiques dans ce domaine, ainsi que les expérimen-
tations que nous avons menées dans ce cadre, sont ensuite présentées dans la partie II.
Puis la partie IIT est consacrée a nos contributions dans le domaine de 1’évaluation
des résultats d’algorithmes de clustering, ou de la comparaison de tels algorithmes, qui
constitue une problématique ouverte importante dans ce cadre. Enfin, les conclusions
et perspectives ouvertes par nos travaux sont présentées dans la partie IV.

Plusieurs annexes en partie V détaillent finalement plusieurs points évoqués, per-
mettant ainsi une lecture plus fluide de la thése pour le lecteur ne souhaitant pas rentrer
dans les détails de toutes les techniques existantes. Un bilan est également présenté a la
fin de chaque section pour offrir un troisiéme axe de lecture en diagonal pour le lecteur
souhaitant connaitre rapidement les principales contributions de cette thése.






Premiére partie

Etat de I’art en clustering
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Le clustering est une problématique de recherche étudiée depuis de nombreuses an-
nées dans différentes communautés : machine learning, data mining, pattern recognition,
statistiques, etc.

Son objectif, trés général, consiste a séparer un ensemble d’objets en différents
groupes (ou clusters) en fonction d’une certaine notion de similarité. Les objets qui
sont considérés comme similaires sont ainsi associés au méme cluster alors que ceux qui
sont considérés comme différents sont associés & des clusters distincts.

Selon I’application envisagée pour le clustering, les considérations ne sont pas les
mémes, et la définition méme de 'intérét d’une solution peut varier. Par exemple, lorsque
I’objectif est de réduire la taille d’un jeu de données pour un traitement plus efficace,
alors une solution est jugée optimale lorsqu’elle minimise la perte d’information liée a
une telle compression des données. Si le clustering est utilisé sur des bases de données
de clients dans le but de faire émerger des groupes de clients aux comportements diffé-
rents, alors le critére de qualité d’un résultat est principalement basé sur une séparation
importante des groupes formés. Dans d’autres cas au contraire, considérer des clusters
qui se chevauchent peut se révéler plus intéressant. Enfin, il est également possible de
définir I'intérét d’un clustering par une notion de densité des clusters produits. Les mé-
thodes basées sur de tels critéres sont alors en général mieux adaptées que d’autres pour
cibler des clusters de forme quelconque, alors que ces derniéres seront plus efficaces si
I’objectif est de fournir une représentation compréhensible des clusters identifiés.

Il est ainsi admis dans la communauté travaillant sur le clustering qu’aucun critére
ni aucune méthode ne sont intrinséquement meilleurs que d’autres sur ’ensemble des
problématiques et des problémes envisageables. Par contre, certains critéres et certaines
méthodes sont plus appropriés que d’autres dans certains champs d’application et face
& certains problémes.

Dans cette partie, nous ne prétendons pas fournir une liste exhaustive de ’ensemble
des notions et méthodes existant dans le cadre du clustering, mais plutét de donner un
apercu général des différentes problématiques rencontrées dans ce cadre, ainsi que des
méthodes les plus utilisées pour y faire face.

Nous présentons tout d’abord dans le chapitre 2 une vue générale du probléme. Puis
le chapitre 3 est consacré 4 la présentation des méthodes de clustering les plus classiques.
Pour chacune de ces méthodes, nous donnons un apergu général de ses caractéristiques
principales, de ses forces et de ses faiblesses. Ainsi, selon I'application envisagée pour le
clustering, 1'utilisateur pourra rechercher la méthode la plus appropriée en fonction de
I’ensemble de ses caractéristiques.

De plus amples détails sont fournis par la suite en annexes A.






Chapitre 2

Vue générale du probléme

Ce chapitre propose une vue générale du probléme du clustering. Nous présentons
tout d’abord les différentes applications possibles du clustering. Puis nous discutons des
différentes notions qui sont utilisées pour définir la similarité entre objets, qui constitue
la base de toute méthode de clustering. Nous introduisons ensuite le probléme de la prise
en compte du contexte dans lequel les clusters sont créés. La section suivante présente de
fagon trés succinte les principales méthodes de clustering existantes, ainsi qu’une liste
des caractéristiques principales qui peuvent leur étre associées. Enfin, nous présentons
les approches existantes permettant d’évaluer les résultats d’algorithmes de clustering,
avant d’introduire quelques notations qui seront utilisées tout au long de la thése. De
plus amples détails sur les principales méthodes de clustering existantes sont ensuite
présentés dans le chapitre suivant.

2.1 Applications du clustering

11 existe de nombreuses applications possibles au clustering, que ’on peut classer en
trois groupes principaux [Berkhin, 2002] :

1. la segmentation,
2. la classification,

3. et U'extraction de connaissances.

La segmentation d’une base de données a pour objectif principal de réduire la taille
de ’ensemble des données considérées afin de favoriser leur traitement. On parle dans
ce cas de condensation ou de compression des données, celles-ci pouvant alors étre
considérées collectivement. Une telle technique est par exemple utile en segmentation
d’images, afin d’identifier les différentes zones homogeénes de ’espace décrit (les champs,
maisons, routes, fleuves, etc.). De maniére plus générale, une telle méthode est utile
pour segmenter ’espace dans des bases de données spatiales. En particulier, identifier
différents sous-espaces homogénes pouvant exister dans des bases de données OLAP
peut aider a l'indexation efficace de telles bases. Enfin, la segmentation est parfois
utilisée pour discrétiser une base de données, c’est-a-dire transformer la description

23
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complexe des objets par un unique attribut caractérisant leur appartenance 4 une classe
identifiée automatiquement.

La classification concerne typiquement l'identification de sous-populations ayant des
caractéristiques proches dans les bases de données clients. Dans ce cas, ’objectif princi-
pal est d’établir des profils de clients aux comportements similaires, afin de comprendre
leurs attentes et leurs besoins en fonction de leur profil. De telles informations per-
mettent alors d’adapter les actions marketing envers les clients en fonction de leur
appartenance & une population donnée. Les applications principales de telles techniques
concernent donc la Gestion de la Relation Client, que ce soit dans la grande distribution,
les banques, les assurances, les fournisseurs d’énergie, les opérateurs téléphoniques, les
transports, les médias, les campagnes de mailings, les navigateurs web, etc. Cela peut
également étre appliqué aux cas des journaux en ligne ou des forums par exemple.

Enfin, contrairement aux deux méthodes précédentes, 'utilisation du clustering pour
I’extraction de connaissances n’a pas d’objectif préétabli. Il s’agit dans ce cas d’aider a
la compréhension de la structure des données en les organisant en groupes homogénes
et en faisant ainsi émerger certains sous-concepts dans les données. On parle dans ce
cas de génération d’hypothéses ou de modélisation prédictive, par I'inférence de régles
caractérisant les données, et la suggestion de modéles sous-jacents & ces données. L’in-
térét de telles techniques est par exemple avéré pour effectuer des diagnostics médicaux
sur des bases de données de patients, en ciblant par exemple différents groupes de pa-
tients atteints d’une maladie donnée, reflétant ainsi différentes causes possibles pour la
maladie. De méme, cette technique peut étre utilisée en analyse du web, en analyse des
données textuelles, en analyse de ventes, en bio-informatique, en analyse génétique, etc.

2.2 Notions de similarité

L’objectif du clustering est de regrouper un ensemble de données de la maniére la
plus naturelle possible. Cette volonté de regrouper naturellement est bien stir ambigué
et le plus souvent formalisée par I'objectif de définir des groupes d’objets tels que la
similarité entre objets d’'un méme groupe soit maximale et que la similarité entre objets
de groupes différents soit minimale.

Le probléme est alors de définir cette notion de similarité entre objets. Typiquement,
la similarité entre objets est estimée par une fonction calculant la distance entre ces
objets. Une fois cette fonction distance définie, la tiche de clustering consiste alors a
réduire au maximum la distance entre membres d’'un méme cluster tout en augmentant
au maximum la distance entre clusters.

Cette vision de I’apprentissage non supervisé contraint donc & disposer d’une dis-
tance définie sur le langage de description des objets. Ainsi, deux objets proches selon
cette distance seront considérés comme similaires, et au contraire, deux objets séparés
par une large distance seront considérés comme différents.

Le choix de cette mesure de distance entre objets est trés important. Malheureuse-
ment, trop souvent, il s’agit d’un choix arbitraire, sensible & la représentation des objets,
et qui traite tous les attributs de la méme maniére.
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Une solution pour pallier & cette limitation est celle de la prise en compte de la
connaissance d’un expert, qui identifiera certains attributs, considérés comme plus per-
tinents que d’autres pour le probléme considéré, et leur attribuera un poids plus impor-
tant lors du calcul des distances entre objets.

Cependant, cette solution devient trés difficile & mettre en ceuvre lorsque le nombre
d’attributs décrivant les données est trop grand, ou qu’il n’y a pas d’expert humain.
Différentes méthodes ont donc été proposées pour effectuer une sélection ou une extrac-
tion automatique d’attributs préalable & ’apprentissage. Les objets sont alors projetés
dans un espace de taille inférieure & ’espace initial de description, mais tous restent
décrits par le méme ensemble d’attributs.

2.3 Prise en compte du contexte

De nouvelles difficultés apparaissent lorsque 1’on tente de prendre en compte le fait
que certains attributs composant les données ont plus ou moins d’importance dans la
construction de certains clusters.

Ce probléme a des échos en apprentissage supervisé. Il s’agit du fait qu'un concept
puisse étre disjonctif [Torre, 1999]. Par exemple, dans le cas ot 'on cherche & déterminer
quelles sont les personnes qui ont un risque cardio-vasculaire, on s’apercoit que chez les
femmes, le risque est amené par le diabéte, et que le taux de cholestérol, méme élevé,
n’a que peu d’importance. A l'inverse, chez les hommes, le taux de cholestérol sera
déterminant pour ’évaluation du risque, alors que le diabéte n’aura pas a étre pris en
compte.

Dans le cas de 'apprentissage non supervisé, la méme problématique se pose car
certains attributs peuvent étre discriminants pour la formation d’un certain cluster,
alors que ces mémes attributs peuvent s’avérer peu révélateurs pour la formation d’un
autre cluster. Le conterte dans lequel seront placés les attributs va donc déterminer la
pertinence de leur prise en compte pour le clustering. Autrement dit, tous les attributs
ne sont pas forcément utiles et les attributs pertinents ne sont pas nécessairement les
mémes d’un cluster a ’autre.

Or, face a cette problématique, la simple utilisation de la notion de distance entre
objets va échouer. En effet, la distance entre deux objets étant définie globalement,
cette technique ne pourra prendre en compte le fait que cette distance peut varier selon
le contexte, c’est-a-dire selon le cluster considéré. La figure 2.1 montre ’exemple d'un
tel jeu de données dans lequel sont présents plusieurs clusters caractérisés par certains
attributs qui leur sont propres.

Par exemple, si ’on considére le groupe formé par I’ensemble des objets représentés
par des ronds, on remarque qu’il est caractérisé par de faibles valeurs sur la dimension
X et des valeurs élevées sur la dimension Z ; par contre, les valeurs possibles de ces
objets sur la dimension Y couvrant ’ensemble de l'intervalle de définition de Y, cette
dimension n’aide pas 4 les différencier des autres objets. Le sous-espace de description
de ce groupe est donc X x Z. De méme, le sous-espace de description du groupe d’objets
représentés par des triangles est Y x Z car les valeurs de ces objets sur la dimension X
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FiG. 2.1 — Exemple de quatre clusters définis dans des sous-espaces différents.

ne fournit aucune information sur leur appartenance a ce groupe.

Par cet exemple, on voit donc bien que pour un méme ensemble d’objets, différents
groupes peuvent étre caractérisés en fonction de différents sous-ensembles des attributs
initiaux. Or sans cette prise en compte du contexte dans lequel les clusters sont for-
més, ceux-ci ne peuvent étre identifiés correctement car une notion de distance définie
globalement sur ’espace complet de description des objets ne le permet pas.

2.4 Meéthodes de clustering

On distingue classiquement deux grandes familles de méthodes en clustering : les
méthodes hiérarchiques et les méthodes par partition. Dans le premier cas, une hiérarchie
de clusters est formée de telle maniére que plus on descend dans la hiérarchie, plus les
clusters sont spécifiques & un certain nombre d’objets considérés comme similaires. Au
contraire, dans le second cas, le résultat fourni est une partition de ’espace des objets,
c’est-a-dire que chaque objet est associé & un unique cluster.

Dans le cas du clustering hiérarchique, deux grandes méthodes se distinguent :

1. les méthodes ascendantes, qui démarrent avec autant de clusters que d’objets puis
fusionnent successivement 1’ensemble des clusters selon un certain critére jusqu’a
ce que tous les objets soient finalement regroupés dans un unique cluster stocké a
la racine de la hiérarchie;
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2. et les méthodes descendantes, qui démarrent avec un unique cluster regroupant
I’ensemble des objets, puis divisent successivement les clusters selon un certain
critére jusqu’a ce que tous les objets se retrouvent dans des clusters différents
stockés aux feuilles de la hiérarchie.

On retrouve donc & ce niveau la différence classique en apprentissage entre généra-
lisation et spécialisation : les méthodes ascendantes démarrent avec une solution tout
a fait spécifique aux données, qui est ensuite généralisée & chaque étape, alors que les
méthodes descendantes démarrent avec une solution complétement générale, qui est
ensuite spécialisée & chaque étape.

Dans le cas du clustering par partition, plusieurs méthodes se distinguent fortement :

— le clustering statistique est basé sur 'hypothése que les données ont été générées en
suivant une certaine loi de distribution, le but étant alors de trouver les parameétres
de cette distribution, ainsi que les parameétres cachés déterminant I'appartenance
des objets aux différentes composantes de cette loi; le clustering basé sur les K-
moyennes, méthode trés souvent utilisée, en est un cas particulier;

— le clustering stochastique consiste a parcourir I’espace des partitions possibles selon
certaines heuristiques, et & sélectionner celle qui optimise un critére donné;

— le clustering basé sur la densité a pour but d’identifier dans ’espace les zones
de forte densité entourées par des zones de faible densité pour la formation des
clusters;

— comme son nom l'indique, le clustering basé sur les grilles utilise une grille pour
partitionner ’espace de description des objets en différentes cellules, puis identifie
les ensembles de cellules denses connectées pour former les clusters;

— le clustering basé sur les graphes consiste & former le graphe connectant les objets
entre eux et dont la somme des valeurs des arcs, correspondant aux distances
entre les objets, est minimale, puis & supprimer les arcs de valeurs maximales
pour former les clusters;

— enfin, la base du clustering spectral consiste & projeter itérativement les objets
dans des sous-espaces de variance maximum, puis & utiliser une méthode de par-
titionnement dans de tels sous-espaces pour séparer les données.

Différentes méthodes hybrides ont également été proposées qui mélangent les carac-
téristiques des méthodes hiérarchiques et des méthodes par partition, cherchant ainsi &
bénéficier des atouts de chaque méthode.

Enfin, une autre famille de méthodes ayant pour objectif de s’attaquer a la pro-
blématique du contexte évoquée dans la section précédente est apparue relativement
récemment. Portant le nom de méthodes de subspace clustering [Parsons et al., 2004],
elles ont pour objectif de cibler simultanément les groupes d’objets présents dans les
données ainsi que les sous-espaces spécifiques dans lesquels ces groupes sont définis.

Ces méthodes sont plus générales qu’une méthode de clustering qui utilise une phase
initiale de sélection ou d’extraction d’attributs car les sous-espaces sont spécifiques a
chacun des clusters formés. Elles permettent de faire face au probléme de la malédiction
de la dimensionalité (curse of dimensionality) dans les bases de données contenant de
nombreux attributs. De plus, elles permettent d’obtenir une description réduite des
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clusters puisque chaque cluster est décrit par un nombre restreint d’attributs qui lui
sont spécifiques. Deux grandes familles de subspace clustering se distinguent :

1. les méthodes ascendantes sur les dimensions, considérant des sous-espaces de di-
mensionalité croissante et ciblant ensuite les groupes d’objets existant dans ces
sous-espaces ;

2. et les méthodes descendantes sur les dimensions, utilisant différentes techniques
permettant de cibler les sous-espaces spécifiques a certains groupes d’objets consi-
dérés.

Comme nous I’avons déja évoqué, aucune méthode de clustering ne peut étre consi-
dérée comme meilleure que toutes les autres sur I’ensemble des problémes envisageables.
On considére plutét que certaines méthodes sont plus adaptées que d’autres dans cer-
tains cas. Afin d’aider les utilisateurs & faire leur choix parmi les nombreuses méthodes
existantes en fonction de I'application ciblée, nous proposons ici un ensemble de critéres
qui peuvent leur étre associées :

— tout d’abord, les connaissances a priori requises de la part de l'utilisateur sont

un premier critére important & prendre en compte dans le choix de la méthode;
il s’agit souvent d’informations concernant le nombre de clusters recherchés, la
distance minimale entre clusters disjoints, ou la densité minimale & l'intérieur des
clusters;

— on peut ensuite différencier les méthodes en fonction de leur facon de présenter
les résultats ; on peut en particulier différencier les méthodes fournissant en sortie
une hiérarchie de clusters des méthodes fournissant en sortie une partition de
I’ensemble des objets;

— la complexité des méthodes est évidemment également un critére important a
considérer ; en particulier, il est admis que la complexité des méthodes doit étre
linéaire en fonction du nombre d’objets dans le cas de larges bases de données;
il faut des lors éviter toute méthode basée sur le calcul des distances deux &
deux entre objets, menant & une complexité quadratique en fonction du nombre
d’objets ;

— il est également possible de distinguer les méthodes déterministes des méthodes
stochastiques : avec les mémes données en entrée, un algorithme déterministe
exécutera toujours la méme suite d’opérations et fournira donc toujours le méme
résultat alors qu’une méthode stochastique pourra donner des résultats différents
car elle permet ’exécution d’opérations aléatoires ;

— une autre caractéristique qui peut se révéler importante pour les méthodes de
clustering est leur capacité de traiter des données de fagon incrémentale, c’est-
a-dire en les intégrant au fur et & mesure de leur arrivée dans l'algorithme; &
I'inverse, une méthode non-incrémentale va considérer un ensemble de données
fournies en entrée et sera exécutée sur cet ensemble de données, et si par la suite
une nouvelle donnée devait étre fournie en entrée de ’algorithme, celui-ci devrait
étre relancé & nouveau ;

— de la méme facon, on peut différencier les méthodes any-time, capables de fournir
un résultat intermédiaire, méme sous-optimal, & n’importe quel moment du dé-
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roulement de la méthode, des méthodes nécessitant 1’accomplissement total de la
méthode avant d’étre capable de fournir un résultat ;

— on peut ensuite différencier les méthodes hard qui associent & chaque objet un
unique cluster, des méthodes soft qui associent a chaque objet un degré variable
d’appartenance & chacun des clusters formés ; notons d’ailleurs dés & présent qu’un
clustering soft peut étre converti en clustering hard en assignant chaque objet au
cluster dont la mesure d’appartenance est la plus forte;

— une autre distinction possible concerne la capacité des méthodes & prendre en
compte ou non la problématique du contexte évoquée précédemment ; autrement
dit, on distingue a ce niveau les méthodes de subspace clustering des méthodes
de clustering traditionnel ;

— il peut également étre utile pour une méthode d’étre capable de gérer le bruit
qui peut exister dans les données, c’est-a-dire la possible présence d’objets qui ne
suivent pas la distribution générale des autres objets;

— en particulier, il s’avére souvent utile d’étre capable de faire face au probléme de
Ieffet de chaine, illustré par la figure 2.2 et qui fait que des clusters proches mais
distincts peuvent étre fusionnés s’il existe une chaine d’objets qui les relie;

Fic. 2.2 — Problématique de l’effet de chaine.

— enfin, un autre critére qui peut s’avérer important est le type de clusters que la
méthode est capable de détecter ; en particulier, il est souvent utile d’étre capable
de détecter des clusters de tailles ou de densités variées, comme dans le cas de la
figure 2.3;

— de méme, il est dans certains cas utile qu'une méthode de clustering soit capable
d’identifier des clusters de forme quelconque, et aussi éventuellement des clusters
concentriques, c’est-a-dire inscrits les uns dans les autres, comme dans le cas de
la figure 2.4.

Finalement, le tableau 2.1 résume ’ensemble de ces critéres associés aux méthodes
de clustering, avec leurs valeurs possibles. Etant donné que pour chacune des méthodes
générales de clustering, plusieurs alternatives sont envisageables, nous ne présenterons
que les caractéristiques associées a la méthode de base qui est décrite.
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FiG. 2.3 — Problématique des clusters de tailles et de densités variées.

A

F1G. 2.4 — Problématique des clusters de formes variées et concentriques.
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caractéristique valeurs possibles

connaissances a priori *
présentation des résultats *
complexité *

déterministe oui / non

incrémental oui / non

any-time oui / non

hard oui / non

prise en compte du contexte oui / non

tolérance au bruit oui / non

tolérance a 'effet de chaine oui / non

tolérance aux clusters de tailles variées oui / non

tolérance aux clusters de densités variées oui / non

tolérance aux clusters de forme quelconque oui / non

tolérance aux clusters concentriques oui / non

TAB. 2.1 — Caractéristiques associées aux méthodes de clustering.

2.5 Evaluation des résultats

En apprentissage supervisé comme en apprentissage non supervisé, I’évaluation des
résultats d’une méthode donnée, de méme que la comparaison de différentes méthodes,
est une problématique importante. Mais si la validation croisée est une méthodologie
largement utilisée pour I’évaluation en classification supervisée, bien que contestée dans
[Bengio and Grandvalet, 2004], I’évaluation de la pertinence des groupes formeés en
classification non supervisée reste un probléme ouvert. La difficulté vient principalement
du fait que 1’évaluation des résultats d’algorithmes de clustering est subjective par
nature car il existe souvent différents regroupements pertinents possibles pour un méme
jeu de données.

En pratique, il existe quatre méthodes principales pour mesurer la qualité des résul-
tats d’algorithmes de clustering, mais chacune souffre de différentes limitations.

1. Utiliser des données artificielles pour lesquelles le regroupement attendu est connu,
et comparer les résultats obtenus aux résultats attendus. On parle dans ce cas
d’évaluation externe. Mais les méthodes sont alors évaluées uniquement sur les
distributions spécifiques correspondantes, et les résultats sur données artificielles
ne peuvent pas étre généralisés aux données réelles.

2. Utiliser des jeux de données étiquetés et observer si la méthode retrouve les classes
initiales. Mais les classes d’un probléme supervisé ne correspondent pas nécessaire-
ment aux groupes qu’il est pertinent d’identifier pour une méthode non supervisée,
d’autres regroupements pouvant étre plus appropriés.

3. Utiliser des critéres numériques, tels 'inertie intra-cluster ou la séparation inter-
clusters. On parle dans ce cas d’évaluation interne. Mais de tels critéres ont une
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part importante de subjectivité car ils utilisent des notions prédéfinies de ce qu’est
un bon clustering. Par exemple, la séparation des clusters n’est pas toujours un
bon critére & utiliser car parfois, des clusters qui se chevauchent peuvent étre plus
pertinents.

4. Utiliser un expert pour évaluer le sens d’un clustering donné dans un champ d’ap-
plication spécifique. Mais s’il est possible & un expert de dire si un regroupement
donné a du sens, il est beaucoup plus problématique de quantifier son intérét ou de
dire si un regroupement est meilleur qu'un autre. De plus, 'intérét de la méthode
ne peut étre généralisé & différents types de jeux de données.

En pratique, on commence souvent par tester le comportement de la méthode de
clustering évaluée face a des jeux de données artificiels, car cela permet d’observer son
efficacité dans différentes situations controélées, et donc de vérifier ses propriétés. Aprés
une telle phase préliminaire, il est ensuite nécessaire de confronter la méthode & des
cas d’applications réels. Il faut alors disposer d’un expert du domaine étudié pour qu’il
mette en avant la pertinence des résultats fournis. Cependant, méme si une méthode
obtient des résultats satisfaisants lors de ces deux étapes, son efficacité n’est pas garantie
dans d’autres cas d’applications réels car, comme nous ’avons évoqué précédemment,
les propriétés des données et les critéres d’intérét du clustering peuvent varier d’une
application & 'autre.

2.6 Notations

Comme nous ’avons motivé dans la section 1.2, nous considérons dans la majeure
partie de nos travaux que l’entrée d’un algorithme de clustering est une matrice D de
taille N x M, avec N le nombre d’objets de la base et M le nombre de dimensions formant
Iespace de description S des objets. On notera T, = (1, ..., inm), pour @ € [1, N], le
1€ objet de la base, x;q correspondant & sa valeur sur la dimension d.

On supposera que toute dimension numérique est normalisée telle que l'intervalle de
définition des objets soit [0, 1]. Ainsi, on évite qu'une dimension définie sur un intervalle
initial plus large n’ait plus d’influence qu’une dimension définie sur un intervalle plus
réduit. Cette phase sera cependant évitée si on se place dans le cadre d’une application
ol ’espace de description a un sens géométrique : ’espace euclidien dans le cadre de la
segmentation de bases de données spatiales par exemple. Pour une dimension catégo-
rielle d, on notera Modalites; 'ensemble des modalités possibles sur cette dimension,
et Frequencesy les fréquences de ces modalités sur ’ensemble de la base.

On notera K le nombre de clusters identifiés, Cj le k"¢ de ces clusters, D ’en-
semble des indices des objets associés au cluster C, Ni le nombre de ces objets associés,
et P la partition créée composée de I'ensemble des clusters Cj pour k € [1, K]. Par
exemple, pour le cluster C; de la figure 2.5, on aura Dy = {1,2,3,4} et N; = 4.

Enfin, pour les méthodes de subspace clustering qui associent a chaque cluster Cy
un sous-ensemble des dimensions de S formant son sous-espace spécifique, on notera Sy,
le sous-ensemble de ces dimensions sélectionnées.
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Il existe différentes fagons de représenter les clusters C}, les représentations les plus
utilisées classiquement étant les suivantes :

1. son centroide fiz, centre de gravité du cluster :
1
Ry o
Ni;
1€Dy

2. I'un des membres du cluster, proche de son centre de gravité, appelé médoide ;

3. un ensemble d’objets distants appartenant au cluster : typiquement ceux qui se
trouvent aux frontiéres du cluster :

{iGDk‘E|dGSVjGDk,xidzxjd}U{iEDHHdESVjEDk,widngd}

4. une expression logique conjonctive : typiquement le moindre généralisé des objets
appartenant au cluster, hyperrectangle minimal contenant I’ensemble des membres
du cluster :

{[ming, mazy) | d € S et ming = mingicp,1Tia €t Marq = Maxep, ) Tid}

5. ou statistiquement : typiquement son centroide et sa matrice de covariance.

Différentes mesures de distance peuvent étre utilisées pour définir la similarité entre
objets. La mesure la plus utilisée est indubitablement la distance euclidienne, présentée
ci-aprés. Mais d’autres mesures peuvent également étre envisagées. Nous en présentons
davantage en annexes A.1.1.

M
dist(T3,77) = | > _(ia — Tja)?
d=1

De méme, si différentes mesures peuvent étre utilisées pour caractériser la cohésion
interne d’un cluster, la mesure la plus souvent utilisée est le radius du cluster, distance
moyenne entre membres du cluster et son centroide, & minimiser pour maximiser la
similarité des observations & 'intérieur du cluster :

. 1 .
Radius(Cy) = A E dist(T;, ir,)
k 1€Dy,
Basée sur le méme principe, une mesure utilisée classiquement pour évaluer la qua-
lité interne d’un clustering est I’erreur quadratique, les solutions qui minimisent cette
mesure étant alors considérées comme les plus pertinentes :

K
(P =30 Y dist(at. i)
k=14€Dy,
Enfin, si 'on souhaite évaluer la qualité d’'un clustering en fonction des classes
connues de chaque donnée, deux mesures de la qualité externe du clustering sont classi-
quement utilisées : la F-mesure et I’ Entropie. Ces mesures sont basées sur deux notions
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.. . N
N Precision(i, k) =

- Rappel (i, k) = JJ\\,%“

P

FiG. 2.6 — lustration des notions de Rappel et de Précision.

qui sont illustrées par la figure 2.6 : le Rappel et la Précision, NC; dénotant le nombre
de membres de la classe i, IV} le nombre de membres du cluster Cj, et N;. le nombre
de membres de la classe i dans le cluster Cf.

La F-mesure est calculée comme suit :

NC; .

F(P)= Z ~ MazE | F(i, k)

(1 + B) x Rappel(i, k) x Precision(i, k)
B x Rappel(i, k) + Precision(i, k)

F(i,k) =

ol 3 est utilisé pour contrdler 'importance du Rappel sur la Précision, typiquement
positionné a 1 de facon & ce que le Rappel et la Précision aient la méme importance :

Fi, k) = 2 x Rappel(i, k) x Precision(i, k)
"7 Rappel(i, k) + Precision(i, k)

L’Entropie Ej, du cluster C}, est quant & elle calculée comme suit :

E, =— ZPrecision(i, k) x log Precision(i, k)

7

Et finalement, I’Entropie d’une partition est évaluée par la somme des Entropies de
chaque cluster, pondérée par leur taille :

K

Nk X Ek
E(P)=>" —
k=1

La partition P qui maximise la F-mesure associée, ou minimise ’Entropie associée,
est alors considérée comme la plus pertinente car c’est celle qui correspond le mieux &
la solution externe attendue.
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2.7 Bilan

Dans ce chapitre, nous avons donc vu qu’il existe différentes applications au clus-
tering, chacune ayant un objectif différent, et donc un critére de la qualité du cluste-
ring qui peut étre différent. La premiére étape de la mise en ceuvre ou de l'utilisation
d’une méthode de clustering doit par conséquent étre d’identifier 'application visée afin
d’identifier ses besoins.

Nous avons également vu qu’il existe différentes notions possibles de la similarité
entre objets, davantage de détails sur ce point étant disponibles en annexes A.1. La
encore, le choix important de la fonction de distance utilisée pour évaluer la similarité
entre objets doit étre effectué au préalable en fonction du probléme considéré.

Il existe aussi de nombreuses méthodes de clustering différentes avec chacune ses
atouts et ses limites. Le chapitre suivant est consacré a la présentation plus détaillée
des méthodes existantes les plus classiques en clustering, davantage de détails étant
également disponibles en annexes A.

Dans la partie IT qui suit, nous proposons ensuite deux nouvelles méthodes de clus-
tering, qui prennent en compte la problématique récente et importante du contexte
que nous avons évoquée, et qui présentent certains atouts par rapport aux méthodes
existantes.

L’application que nous visons concerne ’extraction de connaissances. Nous portons
donc une attention particuliére & la minimisation du nombre de connaissances a priori
requises de la part de l'utilisateur, et a la présentation des résultats sous un format
facilement interprétable par 1'utilisateur.

Enfin, la partie III suivante aborde la problématique ouverte importante de 1’éva-
luation dans le cadre du clustering. La encore, nous verrons que la nouvelle méthode
que nous proposons posséde certains avantages par rapport aux méthodes existantes.



Chapitre 3

Méthodes de clustering

Face au nombre important de méthodes de clustering qui ont été développées et
d’alternatives qui ont été proposées, en fournir une liste exhaustive demanderait stire-
ment plus de trois ans d’investigations et serait probablement trés difficile & intégrer
pour le lecteur. Dans ce chapitre, nous avons donc choisi de présenter un tour d’horizon
des méthodes les plus classiques. Plus de détails sont ensuite proposés en annexes A.

Pour chacune des méthodes, nous présentons d’abord son fonctionnement général,
avec éventuellement différentes alternatives possibles, puis nous montrons son appli-
cation sur I’exemple concernant les voitures présenté dans la figure 1.1 du chapitre 1.
Nous détaillons ensuite ses atouts et ses limites, que nous résumons finalement a 1’aide
du tableau des caractéristiques associées aux méthodes de clustering que nous avons
proposé dans le chapitre précédent.

3.1 Clustering hiérarchique

Le fondement du clustering hiérarchique est de créer une hiérarchie de clusters. A
la racine de l'arbre est associé un unique cluster contenant ’ensemble des objets de la
base, puis plus on descend dans I’arbre, plus les clusters sont spécifiques & un certain
groupe d’objets considérés comme similaires. La figure 3.1 montre une telle hiérarchie
dans le cas de notre exemple concernant les voitures.

Afin de former une telle hiérarchie de clusters, il existe deux méthodes principales :

1. la méthode ascendante, démarrant avec autant de clusters que d’objets initiaux
dans la base, puis fusionnant successivement les clusters considérés comme les
plus similaires, jusqu’a ce que tous les objets soient réunis dans un unique cluster
stocké a la racine de la hiérarchie formée;

2. et la méthode descendante, démarrant avec un unique cluster contenant 1’ensemble
des objets de la base, puis divisant successivement les clusters de maniére & ce que
les clusters résultants soient les plus différents possible, et ce jusqu’a obtenir aux
feuilles de la hiérarchie autant de clusters que d’objets dans la base.

On retrouve donc & ce niveau la différence classique en apprentissage entre généra-
lisation et spécialisation : les méthodes ascendantes démarrent avec une solution tout
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Fi1G. 3.1 — Clustering hiérarchique sur l’exemple.
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a fait spécifique aux données, qui est ensuite généralisée & chaque étape, alors que les
méthodes descendantes démarrent avec une solution complétement générale, qui est
ensuite spécialisée & chaque étape.

Etant donnée une mesure de distance entre deux clusters, la fusion suivante & effec-
tuer pour une méthode ascendante concernera les deux clusters les plus proches, alors
que la division suivante & effectuer pour une méthode descendante concernera les deux
clusters les plus éloignés. Trois alternatives principales existent pour définir la distance
entre deux clusters :

1. pour la méthode single-link, la distance entre deux clusters est le minimum des
distances entre toutes les paires d’objets appartenant & des clusters différents ;

2. pour la méthode complete-link, on utilise le maximum de ces distances;
3. et pour la méthode average-link, la moyenne de ces distances.

Ensuite, une fois la hiérarchie formée, une étape optionnelle peut étre ajoutée pour
affiner le résultat fourni a l'utilisateur. Il s’agit alors de déterminer le niveau de coupure
le plus approprié & appliquer dans ’arbre pour un regroupement des données aussi
pertinent que possible. Pour cela, on peut demander a I'utilisateur de spécifier le nombre
de clusters attendus, et utiliser les différentes mesures de la qualité interne des différentes
partitions possibles pour sélectionner la plus pertinente. Ou bien on peut demander &
I'utilisateur de spécifier des seuils sur la cohésion interne ou l'isolation externe minimales
des clusters.

Bien que largement utilisée, cette méthode devient difficilement utilisable face &
de larges bases de données, car sa complexité est quadratique en fonction du nombre
d’objets de la base, puisque les distances entre toutes les paires d’objets possibles doivent
étre calculées. Par ailleurs, cette méthode ne peut jamais défaire ce qu’elle a déja fait
auparavant. Elle ne peut donc étre utilisée de facon incrémentale. Enfin, elle souffre du
probléme de Veffet de chaine, c’est-a-dire que des clusters proches mais distincts peuvent
étre fusionnés s’il existe une chaine d’objets qui les relie. Finalement, le tableau 3.1
résume les différentes caractéristiques de cette approche.

3.2 Clustering K-means

Etant donné le nombre K de clusters recherchés, la méthode de clustering K-means
[Diday et al., 1982b], illustrée par la figure 3.2, est la suivante :

1. choisir aléatoirement K objets de la base qui formeront ’ensemble des centroides
initiaux représentant les K clusters recherchés;

2. assigner chaque objet au cluster dont le centroide est le plus proche;

3. puis tant qu’au moins un objet change de cluster d’une itération a l’autre :
— mettre & jour les centroides des clusters en fonction des objets qui leur sont

associés : )
— -
bg = == E Z;
N
1€ Dy,
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caractéristique valeur
connaissances a priori nombre de clusters ou seuils
présentation des résultats hiérarchie

complexité O(M x N?)

déterministe oui

incrémental non

any-time non

hard oui

prise en compte du contexte non

tolérance au bruit non

tolérance a l'effet de chaine non

tolérance aux clusters de tailles variées oui

tolérance aux clusters de densités variées oui

tolérance aux clusters de forme quelconque oui

tolérance aux clusters concentriques oui

TAB. 3.1 — Caractéristiques associées au clustering hiérarchique.

— mettre 4 jour les assignations des objets aux clusters en fonction de leur proxi-
mité aux nouveaux centroides :

Dy ={i€D|VjelK]etj+ kdist(x, it) < dist(F, 7))}

La troiséme étape de cette procédure peut étre effectuée de maniére incrémentale
ou non : soit chaque fois qu’un changement d’assignation d’un objet est rencontré, les
deux centroides des clusters concernés par le changement sont mis & jour, soit tous les
centroides sont mis a jour simultanément aprés toutes les assignations des objets aux
clusters.

Une problématique importante dans ce cadre concerne la spécification du nombre
de clusters recherchés. Malheureusement, dans de nombreux cas, cette information n’est
pas connue. Typiquement, la solution choisie pour résoudre ce probléme est de générer
plusieurs partitions en modifiant le nombre de clusters recherchés, puis d’utiliser un
test statistique permettant de sélectionner le partitionnement le plus approprié aux
données [Hamerly and Elkan, 2003]. Dans la construction de ce test statistique, on
retrouve le compromis classique entre spécificité et généralisation du modéle choisi,
puisqu’un tel critére est classiquement composé d’un terme reflétant la qualité interne
du clustering et d’un autre terme qui pénalise les modeéles plus complexes (ceux basés
sur un nombre plus important de clusters, qui sont donc plus spécifiques).

Cette méthode est aussi trés sensible 4 la sélection initiale des centroides et converge
vers des solutions optimales locales. Dans la plupart des cas, la solution choisie pour
pallier & cette limitation est d’itérer la méthode en faisant varier de fagon aléatoire la
sélection initiale des centroides, puis de sélectionner le résultat optimisant un certain
critére de qualité interne.
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prix
20000
Centroides
initiaux
13000
6000
longueur
156 173 190
(a) Etapes 1 et 2.
prix
20000
Nouveaux
centroides
13000
6000
longueur
156 173 190

(b) Une itération de l'étape 3.

FiG. 3.2 — Clustering K-means sur ’exemple.
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De plus, cette méthode ne produit ainsi que des clusters de forme hypersphérique
et n’est pas capable de gérer des clusters proches dont les tailles sont trés différentes.
Une solution pour pallier & ce probléme est de permettre de diviser ou de fusionner a
posteriori les clusters obtenus. Typiquement, un cluster est divisé quand sa variance
est au-dessus d’un certain seuil préspécifié, et deux clusters sont fusionnés lorsque la
distance entre leurs centroides est en-dessous d’un autre seuil préspécifié. Une autre
solution consiste & utiliser un modéle plus riche pour la représentation des clusters. Nous
verrons dans la section suivante que le clustering statistique généralise le clustering K-
means [Celeux and Govaert, 1992]. Les nuées dynamiques constituent également une
méthode qui généralise la méthode K-means [Diday et al., 1980].

Par contre, cette méthode a ’avantage important d’avoir une complexité linéaire par
rapport au nombre d’objets fournis en entrée de ’algorithme. Finalement, le tableau 3.2
résume les différentes caractéristiques de cette approche.

caractéristique valeur
connaissances a priori nombre de clusters K
présentation des résultats K centroides

complexité O(M x N x K)

déterministe non

incrémental oui

any-time oul

hard oui

prise en compte du contexte non

tolérance au bruit non

tolérance a 'effet de chaine oui

tolérance aux clusters de tailles variées non

tolérance aux clusters de densités variées oui

tolérance aux clusters de forme quelconque non

tolérance aux clusters concentriques non

TaB. 3.2 — Caractéristiques associées au clustering K-means.

3.3 Clustering statistique

L’approche statistique du clustering consiste & supposer que les données ont été
générées selon une loi paramétrique connue, mais de paramétres inconnus. On considére
que les données ont été générées par un mélange de distributions de probabilités, la
problématique étant alors de trouver, en fonction des données observées, les parameétres
de ces distributions, ainsi que les probabilités du mélange, et les paramétres cachés
du modéle correspondant aux affectations des objets aux différentes composantes du
mélange.

Par exemple, lorsque les données sont de type numérique, on suppose classiquement
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qu’elles ont été générées selon un mélange de distributions gaussiennes [Ye and Spet-
sakis, 2003|, caractérisées par leur centre et leur matrice de covariance, chacune de ces
distributions ayant une certaine probabilité d’étre utilisée.

On construit donc un modéle des données ¢ qui représente un mélange de K distri-
butions gaussiennes 6, pour k € [1, K], caractérisées par leur centre [, leur matrice de
covariance X, et leur probabilité d’apparition 7.

0= (91’ ey HK)

Or = (Wi, X, ™)

K
Zﬂ'k =1
k=1

Les appartenances des objets aux clusters sont alors vues comme des parameétres
cachés du modele. On pose z;; = 1 si U'objet T; a été généré par la distribution 6y,
et z;x = 0 sinon. Puis I'objectif est de maximiser la vraisemblance du modéle 6 par
rapport aux données D, notée L(6|D). On parle donc d’estimation par mazimum de
vraisemblance. Si ’on fait ’hypothése que les objets ont été générés indépendamment
les uns des autres, on a :

N
L(|D) = P(D|6) = | | P(zi16)
=1

L’utilisation du logarithme de cette fonction permet de considérer une somme de
termes au lieu d’un produit, et maximiser L(6|D) équivaut & maximiser son logarithme.

N
log L(6|D) = > log P(;6)
=1

K
P(z10) = > mk x P(T|0%)
k=1
Avec, dans le cas gaussien :
P(T0)) = e ST TR @)
(2m)M |3y |

Une méthode classique pour résoudre ce probléme d’optimisation est la méthode
EM [Dempster et al., 1977|. Celle-ci consiste a itérer deux phases permettant d’améliorer
la vraisemblance du modéle par rapport aux données a chaque étape :
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1. Espérance : supposer fixés les paramétres du modéle 6, et chercher ’ensemble des
affectations des objets aux clusters optimales sous ce modéle. On pose alors Z;j
I'espérance de la valeur de z;, :

- T X P(f{wk)
ST < P(T6)

Les valeurs des Z;;, sont donc définies dans l'intervalle [0, 1], alors que celles des z;;
sont définies dans {0, 1}, mais pour un objet donné T;, on conserve la propriété
suivante :

K
D =1
k=1

2. Mazimisation : supposer fixées les affectations des objets aux clusters, et calculer
les paramétres optimaux du modeéle € en fonction de cette connaissance.

N _
ZZ‘:1 Zik
N

Dans le cas d’'un mélange de K gaussiennes, chaque composante du modele dépend
d’un centre iz, et d’une matrice de covariance ¥ qui sont mis a jour comme suit :

T =

N — —
Zi:1 Zik X Xy

7 —
Hi = NXT('k
1 _
5k = zZin(T — ) (T — )"
X Tk 5

Cette procédure s’arréte lorsque d’une itération & 'autre, la différence entre deux
valeurs successives de la log vraisemblance log L(0|D) est inférieure & un seuil fixé §
strictement positif.

En fait, ce modeéle généralise celui utilisé par la méthode K-means. En effet, si ’on
fait 'hypothése que les matrices de covariance des clusters ¥j correspondent toutes &
la matrice identité, et que les probabilités du mélange . sont toutes égales, alors on
obtient le modéle utilisé par la méthode K-means [Celeux and Govaert, 1992].

Ainsi, de méme que pour la méthode K-means, cette méthode statistique est confron-
tée & la problématique de la spécification du nombre de clusters recherchés, et est égale-
ment sensible & la solution initiale proposée. Les solutions pour pallier & ces limitations
sont donc les mémes : générer plusieurs modéles en faisant varier le nombre de clusters
recherchés, et utiliser un critére statistique pour choisir le modéle le plus approprié aux
données, en considérant pour chaque modéle plusieurs initialisations aléatoires.

Plusieurs critéres ont été proposés pour cela qui ajoutent au calcul de la vraisem-
blance du modéle par rapport aux données un terme qui tend a pénaliser les modéles les
plus complexes. Les différents critéres se différencient donc sur leur fagon de pénaliser
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les modeéles les plus complexes. Parmi ceux-13, on peut par exemple citer le critére AIC
(Akaike Information Criterion) [Akaike, 1970], ou bien le critére ICL (Integrated Com-
pleted Likelihood) [Biernacki et al., 2000], mais le critére le plus connu et le plus utilisé
dans ce cadre est sans doute le critére BIC (Bayesian Information Criterion) [Schwartz,
1979], défini comme suit :

BIC(6|D) = —2 x log L(8| D) + My x log N

Le premier terme de ce critére évalue la vraisemblance du modéle par rapport aux
données, c’est-a-dire la spécificité du modéle, tandis que le second terme pénalise les
modéles plus complexes, c’est-a-dire trop spécifiques, My représentant le nombre de
paramétres indépendants du modéle. La valeur de ce critére doit étre minimisée pour
optimiser la pertinence du modéle par rapport aux données.

Par contre, contrairement & K-means, cette méthode statistique est capable d’iden-
tifier des clusters de forme allongée, et est capable de gérer des clusters proches dont les
tailles sont trés différentes. Elle est également naturellement capable de gérer le bruit
qui peut exister dans les données. Cependant, elle nécessite souvent de nombreuses ité-
rations avant de converger et sa complexité est quadratique en fonction du nombre de
dimensions M. Finalement, le tableau 3.3 résume les différentes caractéristiques de cette
approche.

caractéristique valeur
connaissances a priori nombre de clusters K
présentation des résultats K centroides et matrices de covariances

complexité O(M? x N x K)

déterministe non

incrémental oui

any-time oui

hard non

prise en compte du contexte non

tolérance au bruit oui

tolérance a l’effet de chaine oui

tolérance aux clusters de tailles variées oui

tolérance aux clusters de densités variées oui

tolérance aux clusters de forme quelconque non

tolérance aux clusters concentriques non

TaB. 3.3 — Caractéristiques associées au clustering statistique.

3.4 Clustering stochastique

Etant donnée une mesure de la qualité interne d’un clustering considérée, par exemple
I’erreur quadratique présentée dans la section 2.6 du chapitre précédent, plusieurs mé-
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thodes de recherche stochastique de la partition des objets optimisant ce critére peuvent
étre envisagées [Berkhin, 2002].

Dans ce cas, la technique consiste simplement & parcourir ’espace des solutions
possibles et & sélectionner la solution rencontrée qui maximise le critére cible choisi.
Evidemment, 1’espace des solutions étant souvent beaucoup trop vaste pour étre par-
couru entiérement, des heuristiques sont généralement utilisées pour le parcourir.

Typiquement, une solution considérée dans ce cadre est I’ensemble des associations
des objets aux clusters, le nombre de clusters étant fourni par l'utilisateur. A chaque
étape, une nouvelle solution est considérée, et conservée pour I'étape suivante si elle fait
partie des solutions optimales du point de vue du critére cible.

L’originalité des différentes méthodes stochastiques existantes réside alors dans leur
facon de parcourir I’espace des solutions possibles, c’est-a-dire dans la technique utilisée
pour proposer une nouvelle solution courante & évaluer. En pratique, les méthodes mises
en ceuvre sont souvent construites de maniére & trouver un bon compromis entre 1’ex-
ploration nécessaire d’une partie importante de I’espace des solutions, et ’exploitation
des solutions optimales identifiées.

Ainsi, la technique de la recherche Tabou sélectionne pour 1’étape suivante une solu-
tion voisine de la solution optimale courante, en s’empéchant de considérer une solution
déja rencontrée précédemment.

La technique de recuit simulé commence par considérer des solutions trés différentes
les unes des autres, afin de parcourir le plus largement possible ’espace des solutions,
puis restreint au fur et & mesure sa recherche aux solutions voisines de la solution
optimale courante.

Enfin, la technique des algorithmes génétiques considére plutoét des populations de
solutions potentielles, et combine ces différentes solutions pour obtenir & I’étape suivante
un autre ensemble potentiel de solutions, parmi lesquelles sont conservées celles qui
optimisent le critére cible choisi.

Une autre technique envisagée dans de nombreux cas est de considérer qu’une solu-
tion correspond & un ensemble de K médoides, c’est-a-dire un ensemble de K objets de
la base servant de points centraux des clusters a identifier. Les autres objets sont alors
associés au cluster dont le médoide est le plus proche. Et une méthode pour parcou-

rir I’espace des solutions possibles consiste alors & modifier 'un des médoides, et a le
conserver pour l'itération suivante si la solution est améliorée par ce changement.

Les caractéristiques de telles méthodes dépendent trés fortement du critére cible
choisi. Ainsi, si c’est I’erreur quadratique qui est retenue, alors la méthode ne peut faire
face a des clusters proches dont les tailles sont trés variées. Si au contraire le critére
choisi est un test statistique basé sur une distribution gaussienne des données, associant
& chaque cluster un centre et une matrice de covariance, alors la méthode sera capable
de gérer de tels clusters. C’est en considérant ce dernier cas que le tableau 3.4 résume
les différentes caractéristiques de la méthode.
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caractéristique valeur
connaissances a priori nombre de clusters K
présentation des résultats partition
complexité O(M x N x K)
déterministe non
incrémental oui
any-time oui
hard oui
prise en compte du contexte non
tolérance au bruit oui
tolérance a ’effet de chaine oui
tolérance aux clusters de tailles variées oui
tolérance aux clusters de densités variées oui
tolérance aux clusters de forme quelconque non
tolérance aux clusters concentriques non

TAB. 3.4 — Caractéristiques associées au clustering stochastique.

3.5 Clustering basé sur la densité

Une autre vision possible des clusters est de les considérer comme des régions ho-
mogeénes de haute densité, entourées par des régions de faible densité. Basée sur cette
vision des clusters, une autre famille de méthodes est apparue, fondée sur la formation
des clusters de maniére gloutonne & partir d’'un certain critére de densité.

La méthode de référence dans ce cadre, appelée DBSCAN [Ester et al., 1996], est
ainsi basée sur 1'utilisation de deux paramétres fournis en entrée de 'algorithme et
contrélant la notion de densité du voisinage d’un objet :

1. Eps : le radius du voisinage de l'objet ;

2. et MinPts : le nombre minimum d’objets qui doivent étre contenus dans ce voisi-
nage pour considérer la zone comme dense.

Mustrée par la figure 3.3, la méthode consiste en une succession de deux phases
itérées jusqu’a ce que tous les objets soient assignés a un cluster :

1. sélectionner 'un des objets T; de la base qui n’est encore assigné & aucun cluster ;

2. si son voisinage respecte le critére de densité, c’est-a-dire si au moins MinPts
objets sont présents dans I’hypersphére de centre Z; et de rayon Eps, alors les
objets correspondants sont intégrés au cluster courant et cette méme phase est
itérée pour ces objets.

Un avantage important de cette méthode est qu’elle permet de considérer des clusters
de formes trés variées ainsi que des clusters concentriques (c’est-a-dire contenus les uns
dans les autres). Elle est également naturellement capable de faire face au bruit qui
peut exister dans les données.
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prix
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13000

6000 @

156 173 190

longueur

Fia. 3.3 — Clustering basé sur la densité sur I’exemple.
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Par contre, sa complexité est quadratique en fonction du nombre d’objets de la
base. De plus, elle souffre du probléme d’effet de chaine. Par ailleurs, elle est sensible
aux valeurs fixées pour les deux paramétres Eps et MinPts. Or il est souvent trés
difficile & un utilisateur de spécifier les valeurs les plus appropriées pour ces parameétres.
De plus, ces paramétres étant fixés de maniére globale, ils ne permettent pas de cibler
des clusters dont les densités sont trés différentes. Le tableau 3.5 résume finalement les
caractéristiques d’une telle méthode.

caractéristique valeur
connaissances a priori critére de densité du voisinage
présentation des résultats partition
complexité O(M x N?)
déterministe oui
incrémental non
any-time non
hard oui
prise en compte du contexte non
tolérance au bruit oui
tolérance a l'effet de chaine non
tolérance aux clusters de tailles variées oui
tolérance aux clusters de densités variées non
tolérance aux clusters de forme quelconque oui
tolérance aux clusters concentriques oui

TAB. 3.5 — Caractéristiques associées au clustering basé sur la densité.

3.6 Clustering basé sur les grilles

Une autre approche possible pour effectuer le clustering d’un ensemble de données est
d’utiliser une grille pour partitionner 1’espace en de nombreuses cellules, puis d’identifier
les ensembles de cellules denses connectées pour former les clusters [Brézellec and Didier,
2001].

Dans ce cas, 'utilisateur doit spécifier la taille de la grille & utiliser et la densité mi-
nimum déterminant si une cellule de la grille est considérée comme dense ou non. Dans
un premier temps, l'espace de description des objets est découpé par des intervalles
réguliers sur chaque dimension. Puis la densité de chaque cellule est évaluée, et les cel-
lules satisfaisant le critére de densité minimum sont détectées. Ensuite, les composantes
connexes, ¢’est-a-dire les ensembles de cellules denses connectées, sont identifiées. Enfin,
un test d’uniformité de ces composantes connexes est mené. Les composantes connexes
uniformes forment alors les clusters, et pour les autres, la cellule la moins dense est
supprimée, et le test est reconduit sur chacune des deux sous-composantes obtenues
jusqu’a ce que toutes les composantes soient considérées comme uniformes.
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La figure 3.4 présente cette méthode sur ’exemple. On peut dés lors observer qu’elle
admet que certains objets soient isolés. C’est le cas de I'objet caractérisé par une lon-
gueur de 176 et un prix de 10600. Dans ce cas, ceci est la conséquence du choix de la
taille de grille utilisée, mais dans d’autres cas, cela permet d’isoler le bruit qui peut
exister dans les données.

Pour ces méthodes, la problématique la plus critique est celle du choix du critére de
densité et de la taille de la grille utilisée :

— des cellules de trop petite taille aménent & une estimation bruitée de la densité :

c’est le probléme du sur-partitionnement ;

— a l'inverse, des cellules de trop grande taille aménent a de trop faibles densités :

c’est le probléme du sous-partitionnement.

Par ailleurs, ces techniques ont les mémes forces et faiblesses que les méthodes basées
sur la densité : elles souffrent de 'effet de chaine et prennent difficilement en compte
le fait que des clusters de densités différentes puissent exister, mais elles sont capables
d’identifier des clusters de formes trés variées ou concentriques et de gérer le bruit
qui peut exister dans les données. Le tableau 3.6 résume les caractéristiques de cette
approche.

caractéristique valeur
connaissances a priori taille de grille et critére de densité
présentation des résultats ensembles de cellules connectées

complexité O(M x taille de grille)

déterministe oui

incrémental non

any-time non

hard oui

prise en compte du contexte non

tolérance au bruit oui

tolérance a l'effet de chaine non

tolérance aux clusters de tailles variées oui

tolérance aux clusters de densités variées non

tolérance aux clusters de forme quelconque oui

tolérance aux clusters concentriques oui

TaB. 3.6 — Caractéristiques associées au clustering basé sur les grilles.

3.7 Clustering basé sur les graphes

Mustrée par la figure 3.5, la méthode de clustering basée sur les graphes consiste
& considérer les clusters comme des ensembles de nceuds connectés dans un graphe.
Typiquement, on construit dans un premier temps le graphe complet des données, dans
lequel un neoeud correspond & un objet, et un arc & la distance entre les deux objets
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prix
20000
13000
.. 4
6000
longueur
156 173 190

(a) Partitionnement de l’espace par I'utilisation d’une grille.

prix

20000

13000

6000

longueur
156 173 190

(b) Et le clustering associé.

FiG. 3.4 — Clustering basé sur les grilles sur 'exemple.
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considérés. On en dérive ensuite le Minimal Spanning Tree (MST) : graphe connexe
dont la somme des valeurs des arcs, correspondant aux distances dans notre cas, est
minimale. Puis selon le paramétre utilisé pour la formation des clusters, il peut s’agir
soit de supprimer les arcs les plus longs, soit de conserver les arcs dont la valeur est
inférieure & un seuil spécifié.

prix
20000
Suppression des arcs
les plus longs pour la
formation des clusters
13000
6000

longueur
156 173 190

Fi1G. 3.5 — Clustering basé sur les graphes sur I’exemple.

La limite ici est principalement la complexité de la méthode utilisée pour former
le graphe MST initial : en utilisant une méthode classique de construction de MST,
la complexité est en O(N?log N). Différentes techniques utilisées pour réduire cette
complexité peuvent étre trouvées dans [Pettie and Ramachandran, 2000], mais celle-
ci sera de toute fagon au moins quadratique dans le meilleur des cas. Finalement, le
tableau 3.7 résume les caractéristiques de cette méthode.

3.8 Clustering spectral

Partant d’une matrice de similarité entre les objets, le fondement du clustering
spectral consiste & projeter les objets dans un sous-espace de variance maximum, puis
d’utiliser une méthode de partitionnement dans un tel sous-espace pour identifier les
clusters [Verma and Meila, 2003].
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caractéristique valeur
connaissances a priori distance minimale entre clusters
présentation des résultats partition sous forme de graphe
complexité O(M x N?log N)
déterministe oui
incrémental non
any-time non
hard oui
prise en compte du contexte non
tolérance au bruit non
tolérance a l'effet de chaine non
tolérance aux clusters de tailles variées oui
tolérance aux clusters de densités variées oui
tolérance aux clusters de forme quelconque oui
tolérance aux clusters concentriques oui

TAB. 3.7 — Caractéristiques associées au clustering basé sur les graphes.

La premiére étape de la méthode consiste donc & calculer les valeurs propres de
la matrice de similarité, ainsi que les vecteurs propres associés. Les objets sont alors
projetés dans ’espace formé par une partie de ces vecteurs propres associés.

Ensuite, différentes techniques peuvent étre utilisées pour partitionner 1’ensemble
des objets projetés. On peut soit utiliser un algorithme de type K-means dans le nouvel
espace, ou bien utiliser un algorithme de partition de graphe pour trouver la zone de
coupure maximisant la séparation entre les objets.

Cette technique de partitionnement est alors utilisée pour diviser la base des objets
en deux, puis elle est itérée sur chaque sous-groupe ciblé, jusqu’a ce que le nombre
de clusters recherchés par 'utilisateur soit atteint. Autrement dit, une telle méthode
requiert souvent le nombre de clusters recherchés, mais plusieurs techniques ont été
suggérées pour définir automatiquement ce paramétre.

L’intérét d’utiliser de telles transformations des données est de se placer & chaque
étape de la méthode dans un sous-espace dans lequel les différences entre clusters sont
plus importantes que dans ’espace initial. Par exemple, utiliser une telle technique avec
I’algorithme K-means permet de cibler des clusters d’orientation quelconque, alors que
K-means seul n’est pas capable de cibler de tels clusters.

Ce type de méthode ayant émergé relativement récemment, de nombreuses variantes
ont été proposées. Puisqu’elles sont capables de transformer 1’espace de description des
objets, elles sont potentiellement capables d’identifier des clusters de forme quelconque.
Par contre, partant d’'une matrice de similarité entre toutes les paires d’objets, puis
utilisant des méthodes basées sur des calculs matriciels, leur complexité est élevée.



54 Méthodes de clustering

3.9 Clustering hybride

Le développement de certaines méthodes hybrides entre les versions hiérarchiques et
les versions par partition du clustering a été motivé par ’exploitation des avantages de
ces deux techniques qui semblent complémentaires : le clustering hiérarchique est plus
souple que le clustering par partition, alors que ce dernier a une complexité en temps
et en espace qui est inférieure.

Ainsi, une méthode de combinaison proposée dans [Steinbach et al., 2000] consiste
par exemple 3 :

1. former un unique cluster regroupant tous les objets;

2. itérer jusqu’a ce que le nombre désiré de clusters soit atteint :
— choisir un cluster & diviser selon un certain critére, en favorisant éventuellement
ceux qui contiennent davantage d’objets;
— trouver deux sous-clusters en utilisant 1’algorithme K-means.

Dans [Wang et al., 1997|, une autre méthode de combinaison a été proposée. Dans
ce cas, la méthode hiérarchique est combinée & une méthode basée sur les grilles. En
haut de la hiérarchie, une unique cellule représente I’ensemble de I’espace, puis plus on
descend dans la hiérarchie, plus la résolution de la division de 1’espace par les grilles est
fine.

Dans [Karypis et al., 1999|, le principe suivi consiste & créer un ensemble initial
important de petits clusters en utilisant une méthode par partition du graphe des plus
proches voisins, puis a les fusionner en utilisant un algorithme hiérarchique ascendant.

Les caractéristiques des méthodes mises en ceuvre dans ce cadre dépendent donc des
méthodes utilisées lors de la combinaison, c’est pourquoi nous ne proposons ici aucun
tableau récapitulatif de leurs caractéristiques. Nous renvoyons pour cela aux tableaux
associés aux méthodes combinées.

3.10 Subspace clustering ascendant

Comme nous l’avons évoqué dans la section 2.3, plusieurs méthodes de clustering
ont relativement récemment émergé qui ont pour but de prendre en compte le fait que
les clusters peuvent étre projetés dans différents sous-espaces de 1’espace original de
description des objets. On parle dans ce cas de subspace clustering. Dans ce cadre, deux
grandes familles de méthodes se distinguent :

1. pour les méthodes ascendantes sur les dimensions, on cherche d’abord les sous-
espaces les plus appropriés pour la détection de clusters, et on cherche ensuite les
clusters présents dans ces sous-espaces ;

2. au contraire, pour les méthodes ascendantes sur les dimensions, on cherche d’abord
les clusters présents dans les données, puis on cible ensuite les sous-espaces qui
leur correspondent le mieux.

Basé sur 'utilisation de grilles, le principe général du subspace clustering ascendant
sur les dimensions [Agrawal et al., 1998] est de rechercher les ensembles de cellules denses
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connectées dans des sous-espaces de 1’espace original. Comme toute méthode basée sur
les grilles, il nécessite donc la donnée de deux parameétres utilisateurs : £ est un entier
utilisé pour déterminer la taille de la grille & utiliser, obtenue en partitionnant chaque
dimension de l'espace de description des objets en & intervalles de méme longueur, et 7
représente le pourcentage minimum d’objets qui doivent étre contenus dans une cellule
de la grille pour qu’elle soit considérée comme dense.

La méthode proposée se décompose en trois phases :

1. cibler les sous-espaces dans lesquels se trouvent des clusters denses;
2. identifier les clusters dans ces sous-espaces;
3. générer une description minimale des clusters trouvés.

Concernant la premiére phase, ’algorithme utilise la propriété de monotonie sui-
vante : si un ensemble d’objets Cy, est un cluster dans un sous-espace & m dimensions,
alors Cy, fait également partie d’un cluster dans toute projection a (m — 1) dimensions
de ce sous-espace.

Basée sur ce principe, une approche ascendante est donc utilisée pour cibler les sous-
espaces dans lesquels se trouvent des clusters denses. On démarre en projetant les objets
sur chaque dimension de I’espace. Pour sélectionner les sous-espaces pertinents & consi-
dérer (ceux étant susceptibles de contenir des clusters denses), la technique proposée
est de sélectionner les sous-espaces qui maximisent la couverture de l’espace des objets
par les cellules denses (mesure qui sera faible si les objets sont uniformément distri-
bués dans le sous-espace, et inversement), en se basant sur le principe MDL (Minimum
Description Length) pour décider de la zone de coupure entre sous-espaces conserveés et
sous-espaces supprimeés.

Puis, pour passer des sous-espaces candidats S,,—1 & (m — 1) dimensions aux sous-
espaces candidats S, & m dimensions, on combine deux sous-espaces de S,,,—1 & (m—1)
dimensions si ceux-ci ont leur (m — 2) premiéres dimensions en commun, et si tout
sous-espace & (m — 1) dimensions inclus dans ce nouveau sous-espace & m dimensions
est déja inclus dans S,,_1.

Ensuite, lorsque l’ensemble des sous-espaces jugés comme pertinents a été identifié
et qu’il n’y a plus d’autre sous-espace candidat, 1’étape suivante de la méthode consiste &
cibler les clusters dans ces sous-espaces, c’est-a-dire a identifier les ensembles de cellules
denses connectées en utilisant un clustering basé sur les grilles.

Enfin, la derniére phase de description des clusters se décompose en deux étapes :

1. effectuer une couverture de chaque cluster par des régions maximales;
2. effectuer une sélection parmi ces régions pour obtenir une couverture minimale.

La premiére de ces deux phases se fait par un algorithme glouton :

— démarrer avec une cellule sélectionnée aléatoirement ;

— sélectionner une dimension aléatoirement et élargir la région courante sur la droite
ou la gauche si la nouvelle région ne couvre pas de cellule non dense, et ce jusqu’a
ce que toutes les dimensions aient été envisagées ;

— et ainsi de suite jusqu’a ce que toutes les cellules soient couvertes.
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Puis finalement, pour obtenir une couverture minimale, on supprime les régions
redondantes en commencant par celles qui couvrent le moins de cellules.

Cette méthode étant basée sur l'utilisation de grilles, ses caractéristiques sont les
mémes que les méthodes basées sur les grilles développées dans 1’espace complet de
description des données, a I’exception de la prise en compte du contexte qui est réalisée
ici. En particulier, les deux parameétres de taille de cellule et de critére de densité étant
communs & tous les clusters, ils ne permettent pas d’identifier des clusters ayant des
densités trés différentes.

3.11 Subspace clustering descendant

La deuxiéme famille de méthodes de subspace clustering utilise une approche descen-
dante sur les dimensions. Les méthodes développées dans ce cadre proposent des tech-
niques originales de sélection des dimensions pertinentes associées aux groupes d’objets
identifiés.

Ainsi, PROCLUS [Aggarwal et al., 1999] et FINDIT [Woo and Lee, 2002| utilisent
une approche stochastique basée sur les K médoides. Pour associer a chaque cluster
I’ensemble des dimensions qui lui correspondent le mieux, PROCLUS demande a 1’utili-
sateur de spécifier le nombre moyen de dimensions pertinentes des clusters et sélectionne
celles pour lesquelles la distance moyenne des membres des clusters a leur centre sur ces
dimensions est minimale.

Pour FINDIT, les dimensions pertinentes des clusters sont celles sur lesquelles les
clusters respectent un critére de densité minimale spécifié par 1'utilisateur : pour un
médoide et une dimension donnés, si a% des k plus proches voisins du médoide sont
distants de moins de € sur la dimension, alors celle-ci est considérée comme caractéris-
tique du cluster associé au médoide.

DOC [Procopiuc et al., 2002] utilise également une recherche stochastique basée sur
deux parameétres a et w. Un cluster est considéré comme pertinent s’il est composé
d’au moins a% des objets de la base, et si l'intervalle de définition de ses membres est
inférieur & w sur ses dimensions pertinentes associées. Les clusters conservés sont alors
ceux qui maximisent le nombre d’objets ainsi que le nombre de dimensions associées.

Quant & HARP [Yip et al., 2003], constatant qu’il est trés difficile pour l'utilisateur
de spécifier les paramétres requis par ces différentes méthodes, il propose d’utiliser des
seuils dynamiques. Un seuil contrdle le nombre de dimensions pertinentes minimum
associé aux clusters, et un autre seuil est utilisé pour sélectionner ces dimensions perti-
nentes. La méthode utilisée est hiérarchique ascendante, avec modification des seuils &
chaque fois que plus aucune fusion de clusters ne respecte les critéres.

Enfin, LAC [Domeniconi et al., 2004] permet lui aussi de se passer de paramétres
utilisateurs pour sélectionner les dimensions pertinentes des clusters. Pour cela, il sug-
gére de pondérer les dimensions en fonction de la dispersion des membres des clusters
sur ces dimensions, au lieu d’en sélectionner un sous-ensemble.

Les différentes approches proposées dans ce cadre ayant des caractéristiques trés
différentes, nous ne sommes pas en mesure de présenter ici de tableau récapitulatif de
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leurs propriétés générales. Globalement, chacune de ces approches peut étre rattachée
a une méthode de clustering présentée précédemment (PROCLUS, FINDIT et LAC au
clustering K-means, DOC au clustering stochastique, HARP au clustering hiérarchique),
sauf qu’elles prennent en compte la problématique du contexte dans lequel les clusters
sont créés.

3.12 Bilan

Parmi la grande variété de techniques que nous avons présentées, chacune posséde
ses forces et ses faiblesses. Le clustering hiérarchique, sous sa forme ascendante et single-
link est souvent utilisé lorsque les jeux de données sont de petite taille, puisque dans de
tels cas la complexité élevée de la méthode n’est pas une limitation. Le clustering basé
sur les graphes peut également étre utilisé dans de tels cas. Si au contraire des problémes
de temps d’exécution se posent, alors c’est souvent le clustering K-means qui est utilisé.
Lorsque les clusters peuvent étre de forme allongée, alors le clustering statistique est
plus approprié que le clustering K-means. Lorsque les problémes contiennent encore
davantage d’objets, alors le clustering stochastique peut étre utilisé. Si ’objectif est de
cibler des clusters qui peuvent étre de forme quelconque, alors ce sont les clusterings
basés sur la densité, sur les grilles ou le clustering spectral qui sont utilisés. Enfin, si
les clusters peuvent étre définis dans des sous-espaces de l'espace original de description
des objets, alors c’est le subspace clustering qui doit étre utilisé. C’est donc "application
visée qui va déterminer la méthode de clustering qui doit étre utilisée.

Malgré le nombre important de méthodes existantes, plusieurs problématiques res-
tent encore ouvertes dans le cadre du clustering. Un probléme trés souvent rencontré
concerne la difficulté de fixer les paramétres en entrée des méthodes par 1'utilisateur. De
méme, la présentation des résultats sous une forme facilement interprétable par 1'utili-
sateur est rarement abordée malgré son intérét. La complexité des méthodes mises en
ceuvre est aussi problématique dans certains cas. La prise en compte du contexte dans
lequel les clusters sont créés constitue un sujet d’étude récent, qui mérite donc d’étre
approfondi. Enfin, une problématique ouverte importante dans le cadre du clustering
concerne 1’évaluation des résultats et la comparaison de différentes méthodes. Dans la
suite de cette thése, nous présentons donc nos contributions sur ces différents points. La
partie II présente ainsi nos travaux dans la mise en ceuvre de nouvelles méthodes de sub-
space clustering, minimisant le nombre de paramétres requis de la part de 'utilisateur,
fournissant en sortie un résultat compréhensible, et ayant une complexité raisonnable.
La partie III présente ensuite nos travaux dans le domaine de ’évaluation des résultats
d’algorithmes de clustering, ou de la comparaison de tels algorithmes.
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Dans les travaux de recherche que nous avons menés, nous avons abordé plusieurs
problématiques ouvertes dans le cadre du clustering.

Tout d’abord, nous nous sommes attaqué au probléme de la prise en compte du
contexte dans lequel les clusters présents dans les données sont créés, c’est-a-dire aux
cas ou les clusters peuvent étre définis dans différents sous-espaces de ’espace original
de description des objets. Autrement dit, nos contributions se situent dans le cadre du
subspace clustering.

Par ailleurs, nous nous plagons dans 'optique d’utiliser le clustering dans un cadre
d’extraction de connaissances, ’objectif étant alors d’aider & la compréhension de la
structure des données et de faire ainsi émerger certains sous-concepts présents dans les
données. Or dans un tel cadre, I'utilisateur a rarement de connaissances a priori sur la
structure des données, et la description des résultats sous forme compréhensible s’avére
d’une aide précieuse pour l’aider & appréhender au mieux les sous-concepts présents
dans les données. Dans la mise en ceuvre de nos méthodes, nous nous sommes donc
donné comme objectif de minimiser le nombre de connaissances a priori requises de la
part de l'utilisateur, et nous nous sommes intéressé & la présentation des résultats sous
forme compréhensible et visuelle pour l'utilisateur.

Nous avons également considéré la possibilité d’étre confronté & des bases de données
hétérogénes regroupant différents types d’attributs, étant donné que dans la plupart des
bases de données réelles, les données sont décrites par des attributs numériques aussi
bien que catégoriels. Une partie de nos travaux porte par ailleurs sur la mise en ceuvre
d’une méthode de subspace clustering adaptée aux cas des données semi-structurées.
Enfin, nous avons également envisagé la possibilité d’étre confronté & de larges bases de
données pouvant contenir des données manquantes ainsi que du bruit.

Le chapitre 4 présente ainsi la premiére méthode de clustering que nous avons déve-
loppée dans ce cadre, appelée Tuareg. Son principe général consiste & repérer & chaque
étape la dimension permettant le partitionnement le plus pertinent pour le groupe d’ob-
jets considéré, et & itérer ce processus jusqu’a ce que plus aucun groupe ne soit amélioré
par découpage, & la maniére de C4.5 [Quinlan, 1993] en apprentissage supervise.

Le chapitre 5 présente ensuite une deuxiéme méthode de subspace clustering appelée
SuSE et répondant & certaines limitations observées de Tuareg. Nous montrons alors
en particulier l'intérét d’utiliser des modeéles probabilistes dans le cadre du subspace
clustering.

Puis dans le chapitre 6, nous présentons plusieurs extensions possibles de ces mé-
thodes, dans le cadre d'un apprentissage autre que non supervisé, et face a des données
semi-structurées.

Enfin, le chapitre 7 présente les différentes expérimentations que nous avons menées
avec ces différentes approches, comparées a d’autres. Ces expérimentations sont d’abord
conduites face & des données artificielles, pour observer leur robustesse dans différentes
situations controlées, puis nous montrons les résultats obtenus face & des données réelles
et des données semi-structurées, illustrant l'intérét de ces approches dans le cas d’ap-
plications réelles.






Chapitre 4

Tuareg : divisions successives sur les
dimensions de 1’espace

Nous proposons ici Tuareg (contexTUAlized clustERinG) [Candillier et al., 2004],
un algorithme original s’apparentant & la famille des méthodes de subspace clustering.
Dans la mise en ceuvre de cet algorithme, nous nous sommes donné pour objectif de
minimiser le nombre de connaissances a priori requises de la part de l'utilisateur, et de
fournir en sortie un résultat facilement interprétable. Nous nous plagons ainsi dans le
cadre de 'utilisation du clustering pour ’extraction de connaissances.

Dans la premiére section de ce chapitre, nous discutons d’abord des différentes ma-
niéres possibles de présenter les résultats d’un clustering sous forme compréhensible
pour l'utilisateur, et montrons l'intérét d’utiliser des régles (hyperrectangles dans des
sous-espaces de l'espace original de description des objets) dans ce cadre. En particulier,
nous montrons comment cette représentation nous permet de décrire chaque cluster par
un minimum d’attributs pertinents.

Le principe général de Tuareg consiste a fractionner successivement ’ensemble des
objets. Dans l’esprit, 'approche est comparable a celle de C4.5 [Quinlan, 1993] en ap-
prentissage supervisé : il s’agit de repérer & chaque étape la dimension permettant le
partitionnement le plus pertinent pour le groupe d’objets considéré, et d’itérer ce pro-
cessus jusqu’a ce que plus aucun groupe ne soit amélioré par découpage.

Chaque dimension de description est considérée I’'une aprés 'autre et indépendam-
ment des autres. La brique de base est donc un algorithme de partitionnement sur une
dimension. C’est ce sujet que nous traitons dans la section 4.2, avant d’exposer comment
ce partitionnement élémentaire est intégré dans une stratégie globale visant a identifier,
pour chaque groupe, ses dimensions pertinentes, et comment un regroupement complet
des objets est finalement constitué.

4.1 Présentation des résultats par les régles

11 existe trois principales techniques pour présenter les résultats d’un clustering sous
forme compréhensible pour un utilisateur :

63
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1. projeter les données dans un espace visuel & deux ou trois dimensions;
2. présenter les résultats a I'aide d’un arbre de décision;
3. ou présenter les résultats & ’aide de régles.

Dans le premier cas, une visualisation en deux ou trois dimensions des objets per-
met d’observer aisément la proximité ou I’éloignement entre objets, mais cela nécessite
d’avoir un identifiant compréhensible de chacun de ces objets. Par exemple, si les objets
représentent des animaux, alors le fait qu’un lion soit plus proche d’un chat que d’un
chien apporte de I'information. De méme, si les objets sont des documents titrés, alors le
fait qu’un document sur 1’ apprentissage automatique soit plus proche d’'un document sur
I"informatigue que d’'un document sur I’apprentissage a l’école apporte de I'information.
Par contre, si aucun identifiant compréhensible n’est associé aux objets, alors la proxi-
mité observée entre deux objets n’apportera aucune information. Les deux techniques
les plus utilisées pour effectuer de telles projections sont les cartes auto-organisatrices
de Kohonen [Su and Chang, 2000] et 1’Analyse en Composantes Principales [Jolliffe,
1986], détaillée en annexes B.1.2.

Les arbres de décision sont des structures souvent utilisées pour fournir un résultat
compréhensible & I'utilisateur. Or les régles ont un potentiel expressif plus important que
les arbres de décision. Si nous considérons le cas présenté par la figure 4.1 par exemple,
les trois groupes présents dans les données seront naturellement définis comme suit par
un utilisateur :

— le groupe Cy se situe a droite;

— le groupe C] se situe en haut;

— et le groupe C3 se situe en bas & gauche.

Y
Cedoe
60
c
Co
0 60 X

F1G. 4.1 — Exemple de jeu de données.

La formalisation de cette représentation & ’aide de régles est alors directe :
— le cluster C est défini par des valeurs supérieures a 60 sur X :

Cy: X € [60, 80]
— le cluster C est défini par des valeurs supérieures a 60 sur Y :

Cy 1Y € [60,80]
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— et le cluster Cy est défini par des valeurs inférieures & 60 sur X et sur Y :
Cy: X €20,40] et Y € [20, 40]

Par contre, un arbre de décision obtenu dans un tel cas pourrait étre celui présenté
par la figure 4.2. Or si 'on observe comment est caractérisé le cluster C; dans ce cas,
on peut remarquer qu’il est défini par des valeurs supérieures & 60 sur X et sur Y, alors
qu’il n’est pas utile de considérer les valeurs des membres de C sur X pour caractériser
leur appartenance au cluster. Dans un tel cas, 'utilisation de régles permet donc de
minimiser le nombre d’attributs nécessaires pour caractériser les clusters.

X > 60

FiG. 4.2 — Exemple d’arbre de décision obtenu sur le jeu de données.

Par ailleurs, dans des cas comme ceux qui sont présentés dans la figure 4.3, la des-
cription des clusters par des régles est plus appropriée que celle utilisant les arbres de
décision car les régles permettent naturellement la prise en compte des chevauchements
entre clusters, alors que les arbres de décision ne pourront faire autrement que de dé-
couper l'un des clusters en deux. En effet, dans les deux cas, le premier test de l’arbre
de décision devra porter sur un découpage en 1 ou 2 sur I’'un des deux axes, ce qui aura
fatalement pour effet de diviser I'un des deux clusters.
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F1G. 4.3 — Intérét de P'utilisation de régles pour représenter les clusters.

Utiliser des hyperrectangles plutot que des hyperellipsoides pour représenter les
clusters permet par ailleurs & 1'utilisateur d’interpréter plus facilement les résultats. De



66 Tuareg : divisions successives sur les dimensions de ’espace

plus, calculer 'appartenance des objets aux clusters lorsque ceux-ci sont représentés par
des hyperrectangles est moins coliteux que lorsque des hyperellipsoides sont utilisés, ce
qui permet en particulier, nous le verrons dans la suite, de simplifier plus naturellement
leur description en réduisant le nombre d’attributs considérés.

On représente aussi souvent les clusters par leurs centroides, mais dans de nombreux
cas, les différences entre clusters ne sont ainsi pas mises en avant, surtout lorsque le
nombre d’attributs décrivant ces centroides est important. De plus, si dans le premier
cas de la figure 4.3, les différences entres clusters peuvent étre mises en avant par la
présentation des centres de clusters, elles ne le seront pas du tout dans le deuxiéme cas
pour lequel les deux centres se superposent.

Dans [Torre, 1999] et [Sarafis et al., 2003|, des méthodes sont proposées pour recher-
cher des ensembles de régles pour représenter les données. La premiére est basée sur une
création ascendante de ces regles alors que la seconde utilise un algorithme génétique
pour leur formation. Cependant, ces deux méthodes sont basées sur l'utilisation d’un
seuil de densité des régles produites qui doit étre fourni par l'utilisateur. Or de tels
parameétres sont souvent difficiles & fournir, et les résultats sont dépendants des valeurs
choisies. De plus, de telles méthodes basées sur I'utilisation d’un seuil de densité défini
de maniére globale ne sont pas capables de cibler des clusters ayant des densités trés
différentes.

Finalement, pour la mise en ceuvre de notre méthode, nous avons donc choisi de nous
baser sur l'utilisation de régles pour représenter les clusters identifiés, et de minimiser
le nombre de connaissances a priori requises de la part de l'utilisateur.

4.2 Partitionnement sur une dimension

La brique de base de notre méthode est un algorithme de partitionnement sur une
dimension, qui sera utilisé sur n’importe quel sous-ensemble d’objets et n’'importe quelle
dimension de facon itérative.

On peut a ce niveau envisager de nombreuses méthodes pour partitionner un en-
semble E de n valeurs sur une seule dimension {vy, ..., v, }. Dans le cas d’une dimension
numérique, une premiére approche possible consiste & diviser cet ensemble en deux en
coupant entre les deux valeurs consécutives séparées par la plus grande distance. Si les
valeurs v; sont rangées par ordre croissant, cela revient donc & chercher :

Distyer(E) = Max?;ll (Vig1 — v;)

Cette technique est alors tout & fait efficace lorsque des séparations importantes
entre les données existent sur certaines dimensions, et s’il n’y a pas de bruit dans les
données. C’est le cas dans ’exemple de la figure 4.4, ol un ensemble de données projetées
sur une dimension suivent deux distributions de probabilités de densité bien séparées.

Par contre, la présence de bruit dans les données risque de mettre cette méthode
en défaut a cause de 'apparition d’objets bruités dans les zones de séparation des
groupes. De la méme maniére, si les données ne sont que faiblement séparées lors de
leur projection sur une dimension, alors la méthode peut également échouer & cibler la
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FiGc. 4.4 — Exemple de séparation des données projetées sur une dimension.

meilleure zone de séparation, méme s’il est plus probable que les valeurs consécutives
séparées par la plus grande distance se situent dans les zones de séparation des groupes
plutét qu’en leurs centres. Un tel cas est illustré par la figure 4.5.

Une solution pour pallier & cette limitation consiste & rechercher la distance maxi-
male entre deux objets contenus dans un certain voisinage, au lieu de chercher & maxi-
miser la distance entre objets directement voisins. On améliore ainsi la probabilité de
cibler des objets proches des zones de séparation des groupes. Dans ce cas, si l’on pose
r le nombre de voisins & considérer (égal & 5% de n par exemple), cela revient donc &
chercher :

Distymar(E) = Max]— (Vigr — v;)

La zone de séparation correspondante serait alors située au milieu des deux objets

séparés par la plus grande distance, c’est-a-dire & la valeur suivante :
UJL;_UJ pour j = ArgMax] | (Vitr — v;)

Par ailleurs, d’autres méthodes plus complexes de partitionnement sur une dimen-
sion peuvent étre considérées. La méthode de Fisher [Diday et al., 1982a], détaillée en
annexes C.1, ou toute méthode générale de clustering, telle la méthode de clustering
K-means ou de clustering statistique, peuvent étre envisagées.

Enfin, on peut choisir de diviser les données en deux groupes, quitte & rediviser
ensuite les données sur la méme dimension puisque cette étape sera itérée, ou alors
considérer différents nombres de groupes possibles lors des découpages sur une dimen-
sion.
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Fia. 4.5 — Exemple de données bruitées et faiblement séparées.

L’ensemble de ces choix influence évidemment le temps d’exécution de la méthode.
Or il s’agit d’une méthode élémentaire qui sera exécutée de nombreuses fois pendant
I’algorithme global. La complexité de cette opération élémentaire va donc déterminer
la complexité générale de la méthode. C’est pourquoi dans la suite, nous considérons
comme opération élémentaire de partitionnement sur une dimension celle qui consiste
a diviser en deux entre les deux valeurs contenues dans un certain voisinage et séparées
par la plus grande distance.

4.3 Evaluer l’intérét d’une division

A ce niveau, nous considérons que nous disposons d’un algorithme de partition-
nement sur une dimension que nous nommons ClusteringlD, qui admet en entrée un
ensemble de valeurs et qui fournit en sortie une partition en deux de cet ensemble.

Cet algorithme peut é&tre utilisé sur n’importe quel cluster déja formé en projetant
I’ensemble des objets qui lui est associé sur n’importe quelle dimension. L’étape suivante
consiste alors a choisir la meilleure division parmi toutes les candidates. Pour cela, deux
considérations sont & prendre en compte :

1. est-ce que la séparation entre les deux nouveaux clusters est significative ?
2. les nouveaux clusters formés sont-ils plus intéressants que le cluster de départ ?

On retrouve ici le compromis classique entre la maximisation des distances inter-
clusters (critére 1) et la minimisation des distances intra-clusters (critére 2), mais sim-
plifié dans notre cas puisque dans ’évaluation du premier critére, les distances sont
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ramenées & une seule dimension, et que seul un sous-ensemble des dimensions sélection-
nées jusqu’alors est considéré pour ’évaluation du second critére.

Soit Py(Cy) = {m1,m2} la partition obtenue par la méthode Clustering1D & laquelle
on a fourni en entrée ’ensemble Dy des coordonnées sur la dimension d des objets
appartenant au cluster initial Cy. 7 et mo sont les deux intervalles correspondant créés
sur la dimension d.

Pour évaluer le premier critére, la mesure utilisée est tout simplement la distance de
séparation entre les deux intervalles formés Dist . (Dgq), normalisée par | Dyq, la taille
de l'intervalle de définition des coordonnées des objets de C} sur la dimension d (on
considére ’espace dans lequel C}, se trouve, et non pas 1’espace complet de description
S), pour permettre de comparer des divisions sur des dimensions de tailles différentes,
et pondérée par le nombre d’objets du cluster initial C}, pour favoriser la division des
clusters contenant davantage d’objets :

Distimaz(Drq)

Interet(Py(Cy)) = Ni X
| Dal

Plus cette quantité est grande, plus la division correspondante est jugée intéressante.
On cherche bien ainsi & maximiser la distance séparant les nouveaux clusters produits.

Encore une fois, & ce niveau, différentes mesures de la qualité interne d’un parti-
tionnement sur une dimension peuvent étre envisagées, mais il faut qu’elles soient en
accord avec la méthode de partitionnement utilisée. Si ¢’est un clustering statistique qui
est utilisé pour partitionner les données en deux, alors le critére de la vraisemblance du
modéle par rapport aux données est tout a fait approprié. Si différents partitionnements
avec différents nombres de groupes recherchés sont considérés, alors le critére BIC peut
étre utiliseé.

L’idée du second critére est de refuser une division si celle-ci marque une baisse
de '’homogénéité du cluster sur ses dimensions caractéristiques. Cette homogénéité est
évaluée par 'inertie moyenne du cluster sur ses dimensions caractéristiques Sg :

Inertieq(C,
Inertie(Cy) = 2 {desi} a(Ck)
| S|
2
A Loy —
Inertieqy(Cy) = Z{zeDk}( id — Mkd)
| Dal
Ukd = M

N,
Plus l'inertie est grande, plus les membres du cluster considéré sont dispersés, et donc
moins le cluster est intéressant. On cherche donc bien ainsi & minimiser les distances
internes des nouveaux clusters produits.
Nous nommons AcceptDivision la fonction retournant s’il faut accepter ou non une
division donnée P;(CY}), ses différentes étapes étant détaillées dans 1’algorithme 1.
Ainsi, on choisit de ne considérer que les divisions pour lesquelles I'inertie maximale
sur la dimension de division est inférieure & l'inertie du cluster initial considéré, ce qui
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Algorithme 1 AcceptDivision

Entrée : P;(Cy) = {m1,m2} la division proposée du cluster C}, sur la dimension d.
calculer Inertie(Cy), 'inertie de Cy, sur Sk
for i =1to 2 do

{jeDylz;q€m;} Ty

d
{centre de gravité de Dyq4 sur m;}

Hi = TT7eDe am]]
- )2 §G i )
I, = Z{jeDk\xjdem}(%d ;)* {inertie de Dyy sur m;}
end for
mazInertie = W {inertie normalisée maximale entre 7 et 7o}

return (maxInertie < Inertie(Cy))
Sortie : 1 si la division est acceptée, 0 sinon.

revient & n’accepter une division que si les nouveaux clusters réduisent tous les deux
leur inertie. On peut aussi choisir de ne considérer que les divisions pour lesquelles la
plus petite inertie sur la dimension de division est inférieure & l’inertie du cluster initial
considéré, ce qui revient a remplacer Max par Min dans l'algorithme 1, et & accepter
une division si au moins I'un des deux nouveaux clusters générés diminue son inertie.
Ainsi, si on utilise I'inertie minimale, alors les divisions sont plus facilement acceptées,
et au contraire, en utilisant I'inertie maximale, le nombre de divisions est réduit. Nous
verrons plus en détails dans le chapitre 7 présentant nos expérimentations les différences
que ce choix entraine quant au nombre de clusters finaux générés.

Finalement, la méthode de sélection de la division suivante & considérer, étant donnée
la partition courante, est nommée SelectDivision, et ses étapes principales sont décrites
par l'algorithme 2.

Algorithme 2 SelectDivision

Entrée : P = (Cy,...,Ck) une partition composée de K clusters.
Best = (0,0, 0) {la meilleure division courante}
BestNote = 0 {la mesure d’intérét associée a la meilleure division}
for k=1to K do
for d =1to M do
7 = Clusteringl D(Dyq) ; Note = Interet(m)
if (Note > BestNote) and (Accept Division(w)) then
BestNote = Note; Best = (k,d, )
end if
end for
end for
Sortie : Best : k le numéro du cluster & diviser, d la dimension sur laquelle effectuer
la division, et m = Py(C}) la division & effectuer sur cette dimension.
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4.4 Algorithme de base : divisions successives

A ce niveau, nous disposons d’un algorithme qui, étant donnée une partition cou-
rante, désigne la division suivante & effectuer ou indique que plus aucune division n’est
pertinente. Nous en déduisons naturellement la méthode de génération de nouveaux
clusters a partir d’'une division sélectionnée Py(C}) = {m,m2} du cluster Cy sur la
dimension d. Soit SubCluster(Cy,d, m;) la fonction qui retourne le cluster Cj :

— dont la vue D; sur les objets de D inclut les éléments de D, dont les coordonnées

sur la dimension d appartiennent & ’'intervalle m; :

Dl = {] S Dk|$jd S 7TZ‘}

— et dont la deuxiéme vue sur les dimensions de .S comprend les dimensions carac-
téristiques de C}y, plus la dimension d :

S =85, Ud

Mais il peut arriver qu’en ajoutant & un cluster C; une nouvelle dimension ca-
ractéristique, une autre dimension caractéristique de ce cluster d’ € S; ne soit
plus pertinente : ainsi, s'il n’existe aucun objet Z; € D\ D; tel que pour toute
dimension e € S;\ d', xj. appartient & Dy, alors on supprime la dimension carac-
téristique d’ de S;. On obtient ainsi une description minimale du cluster Cj, en
ciblant ’ensemble minimal des dimensions supports des intervalles qui caracté-
risent 'appartenance d’un objet a ce cluster. Cette phase de description minimale
est illustrée par la figure 4.6.

Finalement, la méthode itérative de base, nommée Divisif, est présentée par 1’al-
gorithme 3. Le seul parameétre de cet algorithme est Max g et correspond au nombre
maximum de clusters générés. Il ne s’agit pas du nombre attendu de clusters mais d’une
borne supérieure qui n’est pas nécessairement atteinte. L’influence de ce parameétre sur
les résultats est discuté dans les expérimentations présentées dans le chapitre 7. Le
résultat de cet algorithme sur un exemple élémentaire est donné par la figure 4.6.

4.5 Algorithme final : Tuareg

La version de base de ’algorithme SelectDivision se contente de rechercher le meilleur
découpage possible sur une dimension de I'un des clusters courants. Or il est souvent plus
pertinent de conserver les k meilleurs choix possibles lors d’une recherche descendante.
C’est le principe de la recherche en faisceau, ou beam search. De plus, nous voulons
introduire une certaine souplesse dans ’algorithme, en ne requérant pas qu’il effectue
un partitionnement strict de I'ensemble des données de départ, mais qu’il constitue
plutét un ensemble de clusters possibles homogénes qui peuvent éventuellement avoir
des intersections non vides.

Pour satisfaire ces deux exigences tout en conservant un algorithme efficace, nous
proposons d’introduire une dimension stochastique dans ’algorithme SelectDivision.
L’idée est de remplacer la sélection du meilleur découpage possible & chaque étape par
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Algorithme 3 Divisif
Entrée : D = (71,...,Zn) un ensemble d’objets, et Mazxy, borne supérieure sur le
nombre de clusters générés.
K =1; P[1] = (D,0) {P la partition courante composée de K clusters et initialisée
avec un cluster contenant tous les objets de D et aucune dimension caractéristique}
(k,d, ) = Select Division(P)
while (K < Mazg) and (7 # 0) do
K=K+1
P[K] = SubCluster(P[k],d,m)
Plk] = SubCluster(P[k],d, m2)
(k,d,m) = Select Division(P)
end while
Sortie : P la partition créée de D, composée de K clusters.

un tirage roulette (tirage au sort avec des probabilités proportionnelles a leur mesure
d’intérét) parmi les & (nommé ALEA DIV par la suite) meilleurs découpages possibles.
Cette idée conduit & remplacer ’algorithme 2 par ’algorithme 4.

De maniére générale, la dimension stochastique de la méthode a pour but de limiter
les biais possibles dis a la simplicité de notre algorithme de partitionnement sur une
dimension et diis aux choix des mesures d’intéréts effectués. Elle permet ainsi de simuler,
pour un coit algorithmique raisonnable, la recherche paralléle de solutions alternatives
& chaque fois qu’un choix de partitionnement est effectué. Aprés plusieurs exécutions de
I’algorithme de base, il s’agit ensuite de sélectionner parmi tous les clusters générés ceux
qui sont les plus denses sur leurs dimensions caractéristiques et couvrent le plus d’objets
non encore couverts. La fonction de sélection correspondante est nommée FinalSelect
et formalisée par ’algorithme 5.

Finalement, Tuareg, notre algorithme de clustering contextualisé, est décrit par
I’algorithme 6 et consiste & :

1. exécuter I’algorithme de base Diwvisif un certain nombre de fois (NB_ RUNS), en
faisant un tirage aléatoire parmi les meilleures divisions proposées ;

2. sélectionner dans ’ensemble des clusters résultants le sous-ensemble de ceux qui
sont les plus denses sur leurs dimensions caractéristiques et couvrent ’ensemble
des objets de la base (algorithme 5).

Il nécessite la donnée de trois paramétres en entrée : ALEA DIV et NB_RUNS,
utilisés pour gérer la composante stochastique de notre algorithme, et Mazg, borne
supérieure sur le nombre total de clusters générés pour une itération de la méthode.
Nous verrons dans le chapitre 7 'influence de ces différents parameétres sur les résultats.

La complexité dans le pire des cas de Tuareg est en O(M x N log N). La complexité
en O(N log N) selon le nombre d’objets N provient de l'algorithme ClusteringlD qui né-
cessite ’'ordonnancement des valeurs sur une dimension pour cibler la distance maximale
entre valeurs contenues dans un certain voisinage. La complexité linéaire en fonction
du nombre de dimensions M provient, elle, de ’algorithme SelectDivision, qui néces-
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Fi1G. 4.6 — Exemple d’exécution de 'algorithme Divisif.

site d’exécuter ’algorithme ClusteringlD sur chaque dimension de ’espace. Quant aux
autres composantes de l’algorithme, leur complexité est inférieure, car bornée par des
constantes dépendantes des paramétres d’entrée de la méthode, dont les valeurs sont
supposées négligeables devant M et N. Plus précisément, la méthode est linéaire en
fonction des paramétres d’entrée ALEA DIV, NB_ RUNS et Mazk.

4.6 Bilan

Tuareg se distingue de ses concurrents par un certain nombre de caractéristiques. La
principale est qu'’il produit un ensemble de clusters hyperrectangulaires définis par des
intervalles sur un nombre restreint de dimensions caractéristiques. Il ne réalise pas une
partition de ’ensemble des données puisque les clusters finaux peuvent se chevaucher
partiellement.
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Algorithme 4 SelectDivision (version 2, stochastique)
Entrée : P = (C1,...,Ck) une partition composée de K clusters, et ALEA DIV,
contrdlant la composante stochastique de la méthode.
Bests[1..ALEA _DIV| < initialiser a (0,0,0,0) {tableau stockant les ALEA DIV
divisions dont la mesure d’intérét associée est maximale}
MinBest = 0 {note minimale associée aux divisions stockées dans Bests}
for k=1to K do
for d=1to M do
7w = Clusteringl D(Dyq) ; Note = Interet(r)
if (Note > MinBest) then
Cibler I'indice ¢ de I’emplacement, dans Bests, de la division de note minimale
Bests[i| = (k,d,, Note) ; Mettre & jour MinBest
end if
end for
end for
fori=1to ALEA DIV do
if (Not AcceptDivision(Bests[i])) then
Supprimer le €€ élément du tableau Bests
end if
end for
Retourner aléatoirement I'une des divisions stockées dans Bests, avec la probabilité
de tirage d’une division proportionnelle & sa mesure d’intérét associée
Sortie : k le numéro du cluster & diviser, d la dimension sur laquelle effectuer la divi-
sion, et m = Py(C}) la division & effectuer sur cette dimension.

L’hypothése fondamentale sur laquelle est basé Tuareg est que pour tout couple de
clusters distincts, il existe toujours au moins une dimension de projection sur laquelle
ces deux clusters sont bien séparés. Cette hypothése est tout a fait comparable & celle
qui fonde ’efficacité de C4.5 en apprentissage supervisé.

De par ces caractéristiques, Tuareg ne peut traiter correctement des cas comme
ceux de la figure 4.7. Dans tous ces exemples, méme quand les clusters sont bien séparés
dans ’espace complet de description, cette séparation n’est visible sur aucune projection
des objets sur une seule dimension, ce qui fait échouer I'algorithme de partitionnement
élémentaire.

Pour relacher la contrainte que les séparations entre clusters doivent étre visibles
lors de la projection des objets sur une unique dimension de description (ce qui si-
gnifie qu’elles doivent étre paralléles aux axes), il est possible d’ajouter a la méthode
une premiére phase d’Analyse en Composantes Principales (méthode présentée en an-
nexes B.1.2). Cette phase devrait permettre, via un changement de repére, de retrouver
des clusters dont l’orientation générale est paralléle aux axes, alors que ce n’était pas
le cas initialement. Cette phase préliminaire risque néanmoins d’entrainer des temps
de calculs plus conséquents puisqu’une telle analyse a une complexité quadratique en
fonction du nombre de dimensions, et elle rend alors les résultats moins facilement
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Algorithme 5 FinalSelect
Entrée : D = (71,...,Zy) un ensemble d’objets, et SET, un ensemble de clusters
candidats pouvant se recouvrir.
NbUncover = N {nombre d’objets non couverts par les clusters sélectionnés}
Uncover = {z1,...,Tn} {liste des objets non couverts}
P = () {la partition résultante}
while (NbUncover > 0) do
Best = () {cluster courant le plus dense}
BestDensite = 0 {meilleure densité courante}
NbCover = 0 {nombre d’objets de Best non couverts}
for all ), € SET do
Ncover = | D N Uncover| {nombre d’objets de C}, non couverts}

Volume = 19§//T] cs, [Dral {moyenne géométrique des tailles d’intervalles de

définition de Cj sur ses dimensions caractéristiques, la moyenne étant utilisée
pour permettre que les volumes de clusters définis sur différents nombres de
dimensions caractéristiques soient comparables}
Densite = N cover/V olume
if (Densite > BestDensite) then
Best = C} ; BestDensite = Densite; NbCover = N cover
end if
end for
P =PUBest; SET = SET \ Best
NbUncover = NbUncover — NbCover ; Uncover = Uncover \ Best
end while
for all C, € P do
for all C; € P do
if D, C D; then
Supprimer C} de P {cluster inclus dans un autre}
end if
end for
end for
Sortie : P = (C,...,Ck) le clustering résultat, composé de K clusters.
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Algorithme 6 Tuareg
Entrée : D = (Z{,...,Zn) un ensemble d’objets, ALEA DIV controlant la compo-
sante stochastique de la méthode, NB_RUNS le nombre d’itérations de la méthode
stochastique, et Maxk la borne supérieure sur le nombre de clusters générés pour
une itération de la méthode.
SET =10
forn=1to NB_RUNS do
SET = SET U Divisif(D,ALEA_DIV, Maz)
end for
return FinalSelect(D,SET)
Sortie : P = (C1,...,Ck) le clustering résultat, composé de K clusters.

F1G. 4.7 — Exemples de cas problématiques pour Tuareg.
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interprétables. Une autre possibilité est de considérer des projections sur plus d'une
dimension, mais la complexité de la méthode serait alors fortement augmentée. De plus,
la spécification de la dimensionalité maximale de projection & considérer serait alors une
problématique supplémentaire & gérer, et on pourrait alors souhaiter qu’elle soit égale
4 la dimensionalité du probléme. Enfin, 'esprit de la méthode serait ainsi perdu.

Par ailleurs, I’'un des principaux intéréts de Tuareg est qu’il demande trés peu
de connaissance a priori de la part de l'utilisateur, contrairement & de nombreuses
méthodes qui requiérent de spécifier le nombre exact de clusters recherchés, ou leur
inertie maximale par exemple. Nous verrons dans la partie expérimentale de ces travaux,
présentée dans le chapitre 7, que des valeurs par défaut peuvent étre associées aux deux
parameétres ALEA DIV et NB_RUNS controlant la composante stochastique de la
méthode. Le seul paramétre & fixer en entrée de l'algorithme par l'utilisateur est donc
une borne supérieure sur le nombre de clusters recherchés, qui n’est pas nécessairement
atteinte. Or, si cette borne est fixée initialement & un niveau trop bas, il est trés facile
de relancer aprés coup Tuareg sur un cluster résultant considéré comme pas assez
homogéne, et ceci d’autant plus que Tuareg fournit un résultat compréhensible sous
forme de régles définies par un minimum de dimensions spécifiques pour chacun des
clusters générés.

Tuareg est d’une complexité trés raisonnable (cf. fin de la section 4.5). De plus,
une fois les clusters créés, la classification de nouveaux exemples est trés rapide car il
suffit alors de considérer les dimensions caractéristiques des clusters, et non plus toutes
les dimensions de l'espace. Notons aussi que plusieurs étapes de calculs peuvent étre
réalisées indépendamment les unes des autres. Les performances de Tuareg pourront
donc étre encore améliorées par la mise en ceuvre d’une version paralléle.

Finalement, le tableau 4.1 résume les différentes caractéristiques de cette approche.

caractéristique valeur
connaissances a priori borne sur le nombre de clusters
présentation des résultats ensemble de régles

complexité O(M x NlogN)

déterministe non

incrémental non

any-time oui

hard oui

prise en compte du contexte oui

tolérance au bruit oui

tolérance a leffet de chaine oui

tolérance aux clusters de tailles variées oui

tolérance aux clusters de densités variées oui

tolérance aux clusters de forme quelconque non

tolérance aux clusters concentriques non

TaB. 4.1 — Caractéristiques associées au clustering Tuareg.
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Les expérimentations conduites avec cette nouvelle méthode de subspace clustering
sont présentées dans le chapitre 7. De par ses caractéristiques, Tuareg est tout a fait
intéressant lorsqu’il est confronté & des bases de données pour lesquelles ’hypothése
de séparabilité des clusters sur au moins une dimension de description est vérifiée. En
particulier, les résultats sont alors fournis en un temps tout a fait raisonnable, alors que
d’autres méthodes de subspace clustering nécessitent un temps d’exécution beaucoup
plus important pour fournir les mémes résultats, et que des méthodes classiques de
clustering ne peuvent identifier les clusters présents dans les données lorsque celles-ci
sont décrites par certaines dimensions non pertinentes.

Cependant, de par ses limites, Tuareg obtient des résultats mitigés sur plusieurs
bases de données réelles pour lesquelles ’hypothése de séparabilité unidimensionnelle
n’est pas vérifiée. C’est pourquoi avant de rentrer dans les détails de nos expérimenta-
tions, nous présentons d’abord une autre méthode de subspace clustering que nous avons
mise en ceuvre avec pour objectif de pallier aux limites de Tuareg tout en conservant
ses points forts. Dans ce cadre, nous avons donc fait le choix d’une méthode capable
de considérer simultanément plusieurs sous-ensembles de dimensions caractérisant les
clusters, basée sur l'utilisation de modéles probabilistes, et fournissant en sortie un ré-
sultat interprétable sous forme de régles définies par un minimum d’attributs pertinents
possible.



Chapitre 5

SuSE : sélection de sous-espaces en
clustering statistique

Comme nous ’avons vu avec 'algorithme Tuareg, dans certains cas, fractionner
I’ensemble des données en ne considérant leurs projections que sur un unique attribut
4 chaque étape n’est pas suffisant. Nous présentons donc dans ce chapitre une autre
méthode de subspace clustering considérant simultanément plusieurs sous-ensembles
d’attributs associés aux clusters.

Cette nouvelle méthode est basée sur l'utilisation de modeéles probabilistes, que
nous avons déja introduit dans la section 3.3 et dont nous montrons l'intérét dans la
section 5.1. Apreés avoir introduit les notations nécessaires pour la suite, nous présentons
comment le modéle que nous utilisons est initialisé puis optimisé. La section 5.5 traite
ensuite des différentes maniéres possibles d’effectuer de la sélection d’attributs pendant
I’apprentissage, afin d’adapter la méthode au cas du subspace clustering. Nous montrons
ensuite comment, parmi les différents modéles qui peuvent étre envisagés pour repré-
senter les données, celui qui correspond le mieux aux données est sélectionné. Enfin, la
derniére section propose une méthode originale permettant de présenter les résultats de
maniére compréhensible et visuelle & 'utilisateur.

5.1 Modéles probabilistes

La méthode que nous proposons ici est basée sur l'utilisation de modéles probabi-
listes, qui présente plusieurs avantages importants. En particulier, nous montrons que
le probléme difficile de la spécification des parameétres inhérents aux méthodes de sub-
space clustering peut étre vu comme un probléme de sélection de modéle dans un cadre
probabiliste. Ceci nous permet alors de proposer une méthode qui peut se passer de
connaissance a priori de la part de I'utilisateur.

Par ailleurs, le fait que les méthodes probabilistes permettent naturellement le che-
vauchement des clusters constitue également un avantage important dans le cadre du
subspace clustering. Prenons par exemple le cas présenté dans la figure 5.1, oil un cluster
est défini par des valeurs moyennes sur une dimension et prend des valeurs aléatoires
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sur une autre dimension, et inversement pour l'autre cluster. On a donc bien dans ce
cas deux clusters définis chacun dans un sous-espace (a une seule dimension) qui lui est
propre, ce qui correspond tout & fait a la problématique du subspace clustering.

==
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(c) Reésultat des méthodes descendantes. (d) Résultat des méthodes probabilistes.

FiG. 5.1 — Un cas ol les méthodes existantes de subspace clustering se comportent mal
contrairement aux méthodes probabilistes.

Dans un tel cas, pour les méthodes de subspace clustering ascendantes sur les dimen-
sions, détaillées en annexes B.2, ’ensemble des objets appartient & un unique cluster
parce qu’ils forment une zone continue. Ces approches tendent alors & décrire de telles
données par un unique cluster défini dans un espace & deux dimensions au lieu de consi-
dérer deux clusters définis chacun dans un sous-espace différent & une seule dimension.
Le probléme devient alors encore plus important lorsqu’un nombre plus conséquent de
dimensions sont considérées. A I'inverse, pour les méthodes de subspace clustering des-
cendantes sur les dimensions, détaillées en annexes B.3 et pour la plupart basées sur une
approche de type K-means qui ne permet pas naturellement ’intersection des clusters,
les deux clusters peuvent ne pas étre identifiés.

Par contre, les méthodes basées sur l'utilisation de modéles probabilistes sont ca-
pables d’identifier les deux clusters. Cependant, il est reconnu que de telles approches
peuvent nécessiter de nombreuses étapes avant de converger. Par ailleurs, nous verrons
I’intérét d’adapter ces méthodes au cas du subspace clustering, par la mise en ceuvre
d’un modéle permettant d’identifier les sous-espaces de description spécifiques & chacun
des clusters.

Enfin, le probléme de la détection du bruit qui peut exister dans les données peut
aussi étre intégré naturellement dans un cadre probabiliste. Or nous nous attaquons
également dans nos travaux a la problématique importante de fournir un résultat com-
préhensible des clusters identifiés, afin de permettre & ’utilisateur d’appréhender au
mieux les résultats produits. Nous verrons alors dans la partie expérimentale de nos
travaux, présentée dans le chapitre 7, que la détection du bruit existant dans les don-
nées permet d’obtenir des résultats plus facilement interprétables.

Notre modéle est fondé sur 'hypothése que les données ont été générées selon des
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distributions indépendantes sur chaque dimension. Le modéle est alors moins riche que
le modéle classique prenant également en compte les corrélations possibles entre dimen-
sions, présenté dans la section 3.3, mais cette hypothése d’indépendance apporte de
nombreux avantages.

Tout d’abord, nous verrons comment cela nous permet de cibler pour chaque cluster
le sous-ensemble des dimensions qui lui est le plus approprié. Cette hypothése nous
donne également la possibilité de considérer différents types d’attributs caractérisant
les données. Elle nous permet aussi de dériver du modéle une théorie compréhensible en
représentant chaque cluster sous forme de régle (hyperrectangle dans un sous-espace de
Pespace original de description des objets), puisque chaque dimension est caractérisée
indépendamment des autres. Enfin, ’algorithme est alors plus rapide que l'algorithme
classique car le nouveau modéle nécessite moins de paramétres (O(M) au lieu du O(M?)
pour M le nombre de dimensions de ’espace de description des objets) et les opérations
matricielles sont évitées.

Si au contraire la méthode est confrontée & une base de données pour laquelle cette
hypothése d’indépendance des dimensions n’est pas vérifiée, alors nous verrons dans la
derniére section de ce chapitre que les résultats que nous obtenons peuvent quand méme
apporter de l'information intéressante sur le probléme considéré.

5.2 Notations

Les notations utilisées dans ce chapitre reprennent celles présentées dans la sec-
tion 2.6, auxquelles nous ajoutons celles nécessaires pour représenter les modéles pro-
babilistes associés aux clusters.

On note 6y le modeéle paramétrique associé au cluster C, Si le sous-ensemble des
dimensions pertinentes pour ce cluster, et R}, la régle qui lui est associée. Etant donné
K le nombre total de clusters recherchés, 6 = {0x|k € [1, K|} représente alors I’ensemble
du modéle paramétrique associé a la partition P = {C|k € [1, K]}.

Nous considérons ici que les données peuvent étre caractérisées par deux types d’at-
tributs : les attributs numériques et les attributs catégoriels. Sur les attributs numé-
riques, nous faisons I’hypothése que les données sont générées selon des distributions
gaussiennes, représentées par leur centre p et leur variance o. Sur les attributs caté-
goriels, nous faisons I’hypothése que les données sont générées selon des distributions
multinomiales, représentées par un vecteur de fréquences Fregqs sur ’ensemble des mo-
dalités possibles de ’attribut considéré.

Finalement, un cluster Cj est donc supposé généré par un modeéle 6, composé
d’une probabilité du cluster notée 7, d'un centre ugq et d'une déviation standard opg
sur toute dimension numeérique d, et d’une fréquence F'reqsiq(mod) sur chaque modalité
mod € Modalites; de chaque dimension catégorielle d.

Par exemple, notons C' le cluster se situant & droite dans la figure 5.2. Les notations
associées sont alors les suivantes :

- Dy =1{5,6,7,8,9} représente ’ensemble des objets associés a C' ;

— N; = 5 dénote le nombre d’objets inclus dans le cluster;
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do
1 13 R
0 3
2
13 g”
10 7 Cy
11 14 6,
12 N——1
0 0.8 1 i

F1G. 5.2 — Notations sur ’exemple.

— S1 = {dy,da} représente le sous-espace de description associé au cluster, puisque
les objets sont proches sur ces deux dimensions;

— 01 = (m =033, 11 = 09,011 = 0.05, u12 = 0.4,012 = 0.1) représente le modele
paramétrique associé a Cf ;

— enfin Ry = {d; € [0.8,1]} est la régle qui lui est associée, définie sur une seule
dimension puisque cela suffit & distinguer ce cluster des autres.

5.3 Initialisation du modéle

Dans un premier temps, nous supposons que le nombre K de clusters recherchés est
connu. L’initialisation du modéle se fait aléatoirement & partir des données en utilisant
une méthode de type K-means.

On sélectionne d’abord aléatoirement K objets de la base servant de centroides
initiaux fi; des clusters C%. Chaque objet T; est ensuite associé aux membres Dy du
cluster C}, dont le centroide est le plus proche, au sens de la minimisation de la distance
suivante :

M
Dist(z;, i) = | > dist(id, ra)
d=1
0 si d catégorielle et z;q = g
dist(zia, pka) = 1 si d catégorielle et z;q # fird

(ziq — pra)?  si d numérique

Les parameétres des composantes du mélange 05 sont ensuite initialisés en fonction
de I’ensemble Dj, des objets associés aux clusters comme suit :
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Ny,
™=
fkd = ZZG# YV d numérique
Ny
, T — 2
Okd = \/ZZGD’“( id ~ Hid) V d numérique
Ny,
i} € Dylxig = d
Freqsgg(mod) = 17 € Dy|wia = mod}| V d catégorielle V mod € Modalitesy

Ny

Finalement, la procédure d’initialisation du modéle paramétrique associé & un en-
semble de données D, et pour un nombre donné de clusters K, est présentée par ’algo-
rithme 7.

5.4 Optimisation du modéle

L’optimisation du modéle se fait ensuite en utilisant la méthode EM [Dempster
et al., 1977] présentée dans la section 3.3, mais en tenant compte de I’hypothése d’indé-
pendance des dimensions. Les démonstrations théoriques ayant mené aux équations pré-
sentées ci-aprés sont disponibles en annexes D.1. Pour rappel, la méthode EM consiste
en une succession de deux phases permettant d’optimiser le modéle & chaque étape :

1. étape E (Espérance) : calculer les probabilités d’appartenance des objets aux
clusters en fonction des paramétres courants du modéle 6 ;

2. étape M (Maximisation) : mettre & jour les paramétres du modeéle 6 en fonction
des nouvelles probabilités d’appartenance des objets aux clusters.

Plus formellement, ’étape d’Espérance consiste & supposer fixés les parameétres du
modele 6 et & effectuer les calculs suivants pour tout objet Z; et tout cluster C}, :

P(%;|0x) = [ P(wialOka)
deSy

A ce niveau, étant donné que les clusters sont définis sur ’ensemble des dimensions
de description de I'espace puisqu’aucune sélection d’attributs n’est effectuée, on a :

Sp=SVkel[l,K]
2
_ 1 Zia—ewg
1 2< Okd ) 4 .
P(2|0ra) = { V2rora® si d numérique

Freqspq(ziq) si d catégorielle
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Algorithme 7 Initialiser
Entrée : D = (71, ..., Ty ) un ensemble d’objets, et K le nombre de clusters recherchés.
{Sélection aléatoire des centroides initiaux}
for k=1to K do
i = Random(D) {centroide initial du cluster C} sélectionné aléatoirement parmi
l’ensemble des objets de D}
end for
{Association des objets aux centroides les plus proches}
fori=1to N do
minDist = 400
¢ = 0 {le cluster courant le plus proche de l'objet Z; }
for k=1to K do
if (Dist(T;, ;) < minDist) then
minDist = Dist(T;, ir,)
c=k
end if
end for
push(D., T;) {ajouter T; a l'ensemble des objets D. du cluster numéro c}
end for
{Initialisation des parameétres du modéle initial}
for k=1to K do
_ Ng
T = 7
for d=1to M do
if (d numérique) then

_ €Dy Tid
[hd = =xE—
ZiEDk (Tid—Hkd)?
else
for all mod € Modalites,; do
Freqsga(mod) = w
end for
end if
end for
O = (77/67 /T];, (TI;, FT‘eqsk)
end for

Sortie : modeéle paramétrique initial 0 = (61, ..., 0x).
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K
P(z|0) =) m x P(Z|0r)
k=1
P(z:
POz = L) (5.1)

P(z;0)

Puis I'étape de Maximisation consiste & supposer fixées les probabilités d’apparte-
nance des objets aux clusters, et & mettre a jour les paramétres du modéle 6 pour chaque
cluster Cy, comme suit :

1
™= Z P(0,|T)
1€D
ZieD P(Qk\fi}) X Tid
> iep P(Ok|7)

- > iep PO|T?) X (23 — pira)?
ZiED P(ek‘fz‘))

Wid = YV d numérique

YV d numérique

Z{iGD\iBid:mod} P(@MT;)
> ien P(Ok|T7)

Classiquement, ces deux étapes sont itérées jusqu’a ce que la log-vraisemblance du
modele par rapport aux données LL(6|D) s’améliore peu d’une itération a l’autre. Au-
trement dit, la méthode s’arréte lorsque LL(6| D)1 — LL(|D)! < 6§ pour § strictement
positif.

Fregsgq(mod) = V d catégorielle V mod € Modalitesq

LL(0|D) =) "log P(%|0)
i€D
Un autre critére d’arrét possible, de type K-means, consiste & stopper ’optimisation
du modéle lorsque le cluster le plus probable de chaque objet n’est pas différent d’une
itération a ’autre. Autrement dit, la méthode s’arréte lorsque les ensembles D d’objets
associés aux clusters ne changent pas d’une itération a l'autre.

D, = {T{|Argmaa:]K:1P(T{\9j) =k}

Cette deuxiéme approche n’étant pas classique dans le cadre du clustering statis-
tique, nous verrons dans la partie expérimentale du chapitre 7 les conséquences de son
utilisation sur les résultats obtenus.

Finalement, la méthode que nous venons de décrire est résumée par 1’algorithme 8
et correspond & celle qui a été mise en ceuvre dans ’algorithme que nous nommons SSC
(Statistical Subspace Clustering [Candillier et al., 2005b]) dans la suite. La valeur de
0, précisant I’écart minimal entre deux valeurs successives de la log-vraisemblance pour
la poursuite de l'optimisation du modéle est fixée & 1 par défaut.
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Algorithme 8 Optimiser
Entrée : D = (71, ...,Zn) un ensemble d’objets, 6 = (01, ...,0k) un modéle paramé-
trique initial de ces données composé de K clusters, et § le seuil sur les valeurs
successives de la log-vraisemblance du modéle par rapport aux données.
dif f = 400 {différence entre deux log-vraisemblances consécutives}
change = 1 {booléen exprimant si certains objets ont changé d’affectation de cluster}
while (dif f > 0 and change) do
LL = LL(6|D) {log-vraisemblance du modeéle courant par rapport aux données}
{Espérance}
fori=1to N do
for k=1to K do
calculer P(6x|Z;) selon I’équation 5.1
end for
end for
{Maximisation}
for k=1to K do
T = & Yiep P(OLIT)
for all d € S;, do
if (d numérique) then
Siep POx|T) x4
ien POIT3)
_ [ Ziep POT) * @ia—pna)?
Thd = \/ ZieD P(6k|fz))

Hkd =

else

for all mod € Modalitesy do
> (ie Dlgy—mody POKIT7)

Fregsya(mod) = == o 7
end for
end if
end for
end for

{Criteres d’arrét}
diff =LL(0|D) — LL
change = 0
for k=1to K do
for all i € D;, do
maxP = P(T;|0))
for c=1+to K do
if (¢ # k and P(Z;,60.) > maxP) then
maxP = P(%;,0.)
move(T;, Dy, D.) {réaffecter T; de Dy & D.}
change =1
end if
end for
end for
end for
end while
Sortie : modeéle paramétrique optimisé 6 = (61, ..., 0k ).
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5.5 Sélection d’attributs

En utilisant un tel modéle, toutes les dimensions n’ont pas la méme importance
dans la détermination de l'appartenance des objets aux clusters. En effet, le modéle
pondére de maniére intrinséque l'importance de chaque dimension pour chaque cluster.
Par exemple pour une dimension numérique, une déviation standard élevée va induire
un poids faible de la dimension alors qu’une faible déviation standard va induire un
poids important de la dimension pour la caractérisation de l'appartenance des objets
au cluster.

Nous pouvons cependant aller plus loin et sélectionner un sous-ensemble des dimen-
sions les plus pertinentes pour chaque cluster.

Une solution pour cela consiste a comparer sur chaque dimension la vraisemblance
de notre modéle (gaussien ou multinomial) par rapport a celle d’'un modéle uniforme.
Ainsi, si la vraisemblance d’un modéle uniforme est plus importante que celle de notre
modeéle, alors la dimension est considérée comme non pertinente pour le cluster.

La vraisemblance d’'un modéle 6 sur un cluster C}, et une dimension d est calculée
comme suit :

LL(0|Ck,d) = > log P(z;4|6)
i€Dy,

1. Dans le cas d’un modéle uniforme sur une dimension numérique 6y, , comme nous

avons fait I’hypothése que les valeurs des objets sur les dimensions numériques
sont normalisées entre 0 et 1, on a :

P(z;4|0y,) =1V i€ DV dnumérique

Par conséquent, LL(6y, |Ck,d) = 0, et donc une dimension numérique d est consi-
dérée comme pertinente pour un cluster Cy, si :

LL(@kd‘Ck,d) >0
2. Une distribution uniforme 6y, sur une dimension catégorielle d est définie comme
suit :

1
(wia|00.) |Categoriesy|

On a donc :
LL(0y,|Ck,d) = — N, x log |Categoriesg|

Pour notre modele multinomial sur les dimensions catégorielles, on a :
LL(0y4|Ck,d) = Z log Freksq(xiq)
1€ Dy,

Comme LL(0kq|Ck,d) est toujours supérieur a LL(0y,|Ck,d) et que les deux va-
leurs sont négatives, il est possible d’introduire une constante 0 < o < 1 et de
poser que la dimension catégorielle d est pertinente pour le cluster Cj si :

LL(de|Ck,d) > o X LL(9U6|Ck,d)
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Cependant, outre la difficulté de fixer ce paramétre « pour les dimensions catégo-
rielles, un inconvénient de cette solution pour sélectionner les dimensions pertinentes
des clusters est qu’elle nécessite de parcourir ’ensemble des valeurs des objets, ce qui
induit un temps de calcul supplémentaire important.

Nous proposons donc une autre alternative qui effectue la sélection des dimensions
pertinentes des clusters directement en fonction des parameétres courants du modéle.
Pour cela, nous ajoutons au modéle une matrice de poids W de I’ensemble des di-
mensions sur l'ensemble des clusters. Ces poids W}y correspondent au rapport entre
déviation standard locale et globale par rapport & prq sur les dimensions numériques,
et a la fréquence relative de la catégorie la plus probable du cluster sur les dimensions
catégorielles :

2
g . s .
1— 2%2 , avec sz = % Y icp(Tia — Urd)? si d numérique

Wia = Freqsgq(mod)—Frequencesg(mod) i d caté el (52)
1—Frequencesq(mod) S1 a categorielle

avec mod = Argmax{meModalitesd}Freqskd (m)

Enfin, nous ajoutons au modéle le paramétre R qui indique combien de dimensions
pertinentes considérer pour chaque cluster. L’ensemble S; des dimensions associées au
cluster C} contient donc les R dimensions qui maximisent leur poids Wpg.

Par ce modeéle, nous posons que tous les clusters ont le méme nombre de dimensions
pertinentes, méme si les dimensions sélectionnées peuvent étre différentes d’un cluster
a I'autre. Si ce n’est pas le cas, alors quelques dimensions non pertinentes peuvent étre
sélectionnées pour certains clusters. Cependant, 'influence de telles dimensions non
pertinentes sera moins importante que celle des dimensions pertinentes puisque, comme
nous l'avons expliqué précédemment, 'importance des dimensions pour chaque cluster
est intrinséquement déterminée par la forme de la distribution des membres des clusters
sur les dimensions.

Cette sélection des attributs pertinents des clusters peut étre effectuée uniquement
dans la phase d’initialisation du modéle, puis ces attributs sélectionnés sont conservés
tout au long de l'optimisation du modéle, ou bien au contraire, ces sous-ensembles
d’attributs pertinents associés aux clusters peuvent étre mis & jour & chaque itération
de la méthode EM. C’est le premier choix que nous avons retenu, les performances de
la méthode s’en trouvant peu changées alors que le temps d’exécution de la méthode
est nettement amélioré.

Dans la suite, nous nommons SuSE (Subspace Selection embedded in an EM al-
gorithm [Candillier et al., 2006b]) la méthode de clustering mettant en ceuvre cette
sélection d’attributs. Au niveau algorithmique, seule une étape est ajoutée lors de ’ini-
tialisation du modéle, afin d’effectuer la sélection des dimensions les plus pertinentes des
clusters. La nouvelle procédure d’initialisation est fournie par I’algorithme 9. Ensuite,
pour 'optimisation du modéle, les étapes sont les mémes, mais cette fois, les ensembles
S de dimensions associées aux clusters sont spécifiques a chacun des clusters, et les
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calculs effectués lors des étapes d’Espérance et de Maximisation s’en trouvent donc
modifiés.

Algorithme 9 Initialiser2
Entrée : D = (71, ...,Zn) un ensemble d’objets, K le nombre de clusters recherchés,
et R le nombre de dimensions pertinentes associées aux clusters.
Initialiser(D,K)
for k=1to K do
ford=1to M do
calculer W4 selon I’équation 5.2
end for
sélectionner les R dimensions de poids maximum et les stocker dans Sy,
Ox = (mx, 1%, 0%, Freqsg, Wi, Sk)
end for
Sortie : modéle paramétrique initial 6 = (61, ...,0k).

5.6 Sélection de modéle

Les résultats d’une exécution de la méthode (initialisation puis optimisation du mo-
dele) dépendent fortement de la solution initiale proposée, c’est-a-dire que le résultat
peut étre un optimum local. Pour tenter d’atteindre 'optimum global, il est donc né-
cessaire d’itérer la méthode un certain nombre de fois et de sélectionner le résultat
le plus approprié. Le processus d’optimisation du modéle est donc exécuté plusieurs
fois (NB_ITER) a partir de différentes initialisations aléatoires, puis le modeéle 6 qui
optimise sa log-vraisemblance LL(0|D) par rapport aux données D est conservé.

Autrement dit, la méthode consiste & générer plusieurs modeéles possibles pour re-
présenter les données, puis & choisir le modéle le plus vraisemblable. Dans un tel cas,
comme il s’agit de comparer différents modeéles ayant la méme complexité (c’est-a-dire
le méme nombre de parameétres), utiliser le critére de vraisemblance (qui constitue un
critére de la qualité interne du clustering) est suffisant pour déterminer le modéle le
plus approprié aux données.

Si au contraire on souhaite évaluer le modéle le plus approprié aux données parmi
un ensemble de modéles de complexités différentes, alors la simple utilisation de la
vraisemblance du modéle par rapport aux données n’est pas suffisante. Il faut dans ce
cas trouver un compromis entre la vraisemblance du modéle par rapport aux données
et sa complexité. On retrouve donc & ce niveau le compromis classique entre spécificité
et généralisation du modéle proposé.

Plusieurs critéres ont été proposés pour cela qui ajoutent au calcul de la vraisem-
blance du modéle par rapport aux données un terme qui tend & pénaliser les modéles les
plus complexes. Les différents critéres se différencient donc sur leur facon de pénaliser
les modeéles les plus complexes. Parmi ceux-13, on peut par exemple citer le critére AIC
(Akaike Information Criterion) [Akaike, 1970], ou bien le critére ICL (Integrated Com-
pleted Likelihood) [Biernacki et al., 2000], mais le critére le plus connu et le plus utilisé
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dans ce cadre est sans doute le critére BIC (Bayesian Information Criterion) [Schwartz,
1979|, défini comme suit :

BIC(0|D) = —2 x LL(6|D) + My x log N (5.3)

La valeur de ce critére doit ére minimisée pour optimiser la pertinence du modéle par
rapport aux données. My représente le nombre de paramétres indépendants du modéle,
et est calculé comme suit dans notre cas :

K 2 si d numérique
My = Z Z { |Modalitesy| si d catégorielle
k=1deS)

Dans le cas des deux méthodes SSC et SUSE que nous proposons, ce critére BIC
peut donc étre utilisé pour déterminer automatiquement les paramétres du modéle les
plus appropriés aux données. Les deux méthodes nécessitent de spécifier le nombre K de
clusters recherchés, et la deuxiéme méthode SuSE nécessite également la spécification
du paramétre R qui indique le nombre de dimensions a sélectionner pour chaque cluster.

Un avantage important de 1'utilisation des modéles probabilistes par rapport aux
autres méthodes existantes de subspace clustering est alors que la détermination des
valeurs les plus appropriées pour ces parameétres peut étre vu comme un probléme de
sélection de modéle, ce qui nous permet de proposer une méthode ne nécessitant aucune
connaissance a priori de la part de I'utilisateur.

Pour trouver le modeéle qui correspond le mieux aux données, on considére donc
plusieurs modéles avec différentes valeurs pour les paramétres K et R, puis le modéle
minimisant la valeur BIC est finalement conservé. Ces différentes générations de modéles
sont indépendantes les unes des autres, ce qui justifie la mise en ceuvre d’exécutions
paralléles permettant d’améliorer les performances de la méthode.

Etant donnés NB_ITER le nombre d’itérations d’une étape de la méthode (ini-
tialisation et optimisation de modéle), et Max g le nombre maximum de clusters re-
cherchés, I’algorithme SSC est finalement présenté par 1’algorithme 10. Et étant donné
également Maxp le nombre maximum de dimensions pertinentes associées aux clus-
ters, l'algorithme SuSE est lui présenté par l'algorithme 11. Le nombre d’itérations
NB_ITER de l'optimisation du modéle avec initialisation aléatoire est fixé & 10 par
défaut.

5.7 Présentation des résultats

Nous proposons ensuite une méthode permettant de représenter les clusters C a
Iutilisateur sous forme de régles Ry définies par un minimum de dimensions parmi les
plus pertinentes. La construction de ces régles Ry se fait & partir de ’ensemble des
objets D; associés aux clusters.

Une phase préliminaire de détection du bruit existant dans les données est donc
nécessaire afin d’éviter de former ces régles associées aux clusters en prenant en compte
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Algorithme 10 SSC

Entrée : D = (7{,...,Zy) un ensemble d’objets, § le seuil sur les valeurs successives
de la log-vraisemblance du modéle par rapport aux données, NB_ITFER le nombre
d’itérations d’une étape de la méthode, et Mazj le nombre maximum de clusters
recherchés.
minBIC = 400 {valeur minimale courante du critére BIC}

0, = 0 {modéle courant optimal}
for K =1 to Maxg do
fori=1to NB_ITER do
0 = Initialiser(D,K)
6 = Optimiser(D,0,9)
calculer BIC(0|D) selon ’équation 5.3
if (BIC(0|D) < minBIC) then
minBIC = BIC(0|D)
0, =10
end if
end for
end for
Sortie : modéle paramétrique optimal associé aux données 6.

Algorithme 11 SuSE

Entrée : D = (71,...,Zy) un ensemble d’objets, § le seuil sur les valeurs successives
de la log-vraisemblance du modéle par rapport aux données, NB_ITFER le nombre
d’itérations d’une étape de la méthode, Max; le nombre maximum de clusters recher-
chés, et Maxg le nombre maximum de dimensions pertinentes associées aux clusters.
minBIC = +oo {valeur minimale courante du critére BIC}

0, = 0 {modéle courant optimal}
for K =1 to Maxk do
for R=1to Maxg do
fori=1to NB_ITER do
0 = Initialiser2(D,K,R)
6 = Optimiser(D,0,0)
calculer BIC(0|D) selon ’équation 5.3
if (BIC(0|D) < minBIC') then
minBIC = BIC(6|D)
0, =106
end if
end for
end for
end for
Sortie : modéle paramétrique optimal associé aux données 6.
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des objets non pertinents pour ces clusters, dont la présence rendrait les résultats moins
compréhensibles.

Pour ce faire, on utilise classiquement ’hypothése que le bruit est généré de fagon
uniforme sur 1’espace de description des objets. Pour déterminer si un objet constitue
du bruit, la méthode consiste donc & comparer sa probabilité d’appartenance & chacun
des clusters formés avec sa probabilité d’appartenance & un cluster qui serait défini par
une distribution uniforme sur ’ensemble des dimensions de ’espace. Par conséquent,
un objet T; est considéré comme étant du bruit si :

P(T|00) < 1V k € [1, K]

Les objets considérés comme étant du bruit sont alors supprimés des ensembles
d’objets Dy, associés aux clusters. Nous verrons dans la partie expérimentale de nos
travaux présentée dans le chapitre 7 l'intérét d’une telle détection du bruit pour la
présentation d’un résultat aussi pertinent que possible.

Ensuite, les régles initiales sont formées & partir de ces nouveaux ensembles d’objets
Dy, : sur une dimension numérique, on associe a la régle I’intervalle minimal contenant
I’ensemble des valeurs des objets de Dy sur la dimension; et sur une dimension ca-
tégorielle, nous avons choisi d’associer & la régle la modalité la plus fréquente parmi
I’ensemble des valeurs des objets de Dj. sur la dimension ; ce choix est discutable : nous
pourrions associer & la régle 'union des modalités présentes parmi les membres du clus-
ter, ou bien 'union des modalités ayant une fréquence minimale & l'intérieur du cluster,
mais ainsi, le concept présenté sur une dimension catégorielle est tout & fait porteur de
sens pour l'utilisateur : il met en avant la catégorie majoritaire dans le cluster sur la
dimension catégorielle considérée.

Nous proposons d’ajouter ensuite une phase de simplification de ces régles, afin
qu’elles soient décrites par un minimum d’attributs parmi les plus pertinents. L’esprit
est alors le méme que dans la phase de description minimale de Tuareg, sauf qu’ici, il
s’agit d’un post-traitement, alors que dans Tuareg, cette phase était menée pendant
Papprentissage. Pour ce faire, on calcule d’abord le support courant de la régle (I’en-
semble des objets inclus dans la régle peut étre plus large que D). Puis pour chaque
cluster C}, on supprime, dans l’ordre croissant de leur poids Wpg, les dimensions d de
la régle si leur suppression ne modifie pas son support. Ainsi, un minimum des dimen-
sions parmi les plus pertinentes de chaque cluster est conservé. La figure 5.3 présente
le résultat d’une telle simplification sur un exemple, qui s’avére alors identique & celui
obtenu par Tuareg.

Enfin, cette description minimale des clusters nous donne également la possibilité
de proposer une méthode de visualisation graphique des résultats qui ne soit pas trop
cotliteuse. L’idée est de proposer a 1’utilisateur une visualisation en deux ou trois dimen-
sions des régles représentant les clusters ciblés, en présentant d’abord les projections sur
lesquelles les différences entre les clusters apparaissent visuellement, et sur lesquelles les
spécificités des différents clusters apparaissent également.

Pour ce faire, nous projetons donc les régles sur I’ensemble des couples de dimensions
utilisées dans la définition des régles associées aux clusters (ensemble qui est souvent
fortement réduit lors de la phase précédente de simplification des régles), puis nous
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FiG. 5.3 — Exemple de simplification des régles.

93



94 SuSE : sélection de sous-espaces en clustering statistique

calculons pour chaque couple le taux ¢ d’intersection entre les régles projetées, et le taux
to de zone couverte par aucune régle projetée. Les couples de dimensions peuvent ensuite
étre ordonnés par ordre décroissant des valeurs (1—¢1) X t5. Les couples de dimensions de
poids maximum sont alors ceux qui constituent un bon compromis entre la séparabilité
(critére t1) et la spécificité (critére t2) des clusters projetés sur ces dimensions.

5.8 Bilan

Dans ce chapitre, nous avons mis en avant l'intérét d’utiliser des modéles probabi-
listes dans le cadre du subspace clustering. En particulier, nous avons vu que le probléme
difficile de la spécification des paramétres inhérents aux méthodes de subspace clustering
peut étre vu comme un probléme de sélection de modeéle dans un cadre probabiliste.

Les parameétres nécessaires a notre méthode sont deux bornes supérieures : Maxg
représente le nombre maximum de clusters présents dans les données, et Maxpr repré-
sente le nombre maximum de dimensions pertinentes associées aux clusters. La méthode
consiste alors a générer un ensemble de modéles dont le paramétre K du nombre de
clusters recherchés varie entre 1 et Maxg, et le paramétre R du nombre de dimensions
pertinentes des clusters varie entre 1 et Mazg. Le modéle le plus approprié aux données
est alors sélectionné en utilisant le critére statistique BIC.

Si la méthode est confrontée & un jeu de données de petite taille, ou si ['utilisateur n’a
pas de délai imposé pour ’exécution de la méthode, alors on peut poser Maxx = N
et Maxr = M, et ainsi tester ’ensemble des modéles possibles pour représenter
les données. Sinon, une perspective de recherche intéressante de ces travaux serait de
proposer une méthode efficace permettant d’atteindre la valeur optimum du critére BIC,
identifiant le nombre de clusters et le nombre de dimensions pertinentes des clusters les
plus appropriés, sans avoir a tester tous les modéles possibles pour ces deux paramétres.

Nous avons également montré ’intérét de supposer que les données sont générées de
fagon indépendante sur chacune des dimensions. Tout d’abord c’est sous cette hypothése
que nous avons proposé notre nouvelle méthode de sélection des attributs pertinents
des clusters. Ensuite cela nous permet d’accélérer la méthode et de considérer plusieurs
types d’attributs différents décrivant les données. Enfin, cette hypothése nous permet
de cibler des clusters qui pourront ensuite étre naturellement représentés sous forme
de régles, permettant ainsi la présentation des résultats sous forme compréhensible et
visuelle & l'utilisateur.

Dans le cas ou des corrélations entre dimensions existent, deux cas peuvent se pré-
senter et sont illustrés par la figure 5.4. Sur le premier exemple, la corrélation existant
entre les deux dimensions ne perturbe pas l’identification des clusters car ceux-ci sont
suffisamment séparés pour étre détectés en utilisant notre modéle qui ne prend pas en
compte de telles corrélations. Sur le second exemple par contre, deux clusters sont trop
proches pour que cette approximation du modéle soit suffisante, et ils ne sont donc
pas retrouvés. Cependant, nous pensons que la technique de visualisation graphique des
résultats que nous proposons peut s’avérer tout a fait intéressante dans un tel cas car
elle permet & l'utilisateur de repérer visuellement une telle corrélation.
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Fi1G. 5.4 — Résultats de SuSE lorsqu’une corrélation entre dimensions existe.

Contrairement 3 Tuareg, SuSE est capable de détecter les clusters présents dans
les exemples de la figure 5.5. Dans le premier cas les clusters sont identifiés. Le deuxiéme
cas vient d’étre discuté : les clusters pourront étre identifiés s’ils ne sont pas trop proches
I’'un de ’autre. Et dans le troisiéme cas, SuSE retournera trois clusters, celui en L étant
divisé en deux, résultat qui nous semble tout & fait raisonnable dans le cadre que nous
nous sommes fixé d’extraction de connaissances.

Fi1a. 5.5 — Exemples de résultats de SuSE.

Finalement, le tableau 5.1 résume les différentes caractéristiques de la nouvelle mé-
thode de subspace clustering SuSE que nous venons de présenter. Pour une valeur
donnée de K et de R, la complexité de la phase d’initialisation de la méthode est en
O(N x M x K) et celle de la phase d’optimisation du modeéle en O(N x R x K). Les
valeurs de K variant entre 1 et Maxy et les valeurs de R variant entre 1 et Maxg, la
complexité globale de la méthode est donc en O(N x (M + Maz%) x Maz3,).

Avant de présenter dans le chapitre 7 les expérimentations que nous avons conduites
avec ces deux nouvelles méthodes de subspace clustering Tuareg et SuSE que nous
proposons, nous allons aborder dans le chapitre 6 différentes fagons possibles d’étendre
de telles méthodes dans différents cas : celui d’un apprentissage autre que non supervisé,
puis face & des données présentées autrement que sous forme d’attributs-valeurs.

Les principales questions abordées ensuite dans la partie expérimentale de nos tra-
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caractéristique valeur
bornes sur le nombre de
connaissances a priori clusters Maz g et de dimensions
pertinentes des clusters Maxg
présentation des résultats ensemble de régles

complexité O(N x (M + Maz%) x Max3,)
déterministe non
incrémental oui
any-time oui
hard non
prise en compte du contexte oui
tolérance au bruit oui
tolérance a l’effet de chaine oui
tolérance aux clusters de tailles variées oui
tolérance aux clusters de densités variées oui
tolérance aux clusters de forme quelconque non
tolérance aux clusters concentriques non

TAB. 5.1 — Caractéristiques associées au clustering SuSE.

vaux sont les suivantes :
quelle est 'influence des paramétres de Tuareg et SuUSE ?

2. comment se comportent ces méthodes selon le nombre d’objets, le nombre de
dimensions, le nombre et les caractéristiques des clusters présents dans les jeux de
données ?

3. sont-elles robustes & ’ajout de dimensions non pertinentes, & la présence de bruit
dans les données, ou de valeurs manquantes ?

4. en quoi sont-elles intéressantes comparées aux méthodes existantes de clustering
et de subspace clustering ?

5. sont-elles capables d’extraire de la connaissance & partir de bases de données réelles
et de la restituer de maniére compréhensible ?



Chapitre 6

Extensions des méthodes

Dans ce chapitre, nous abordons deux types d’extensions qui peuvent étre appor-
tées aux méthodes de clustering. La premiére porte sur 'application de telles méthodes
dans le cadre d’apprentissages supervisés, semi-supervisés ou partiellement supervisés.
La seconde porte sur leur adaptation possible dans le cadre de données représentées
autrement que sous forme d’attributs-valeurs. Plus particuliérement, nous nous sommes
intéressé au cas des données semi-structurées dans le cadre de la classification de docu-
ments XML & partir de leur structure.

6.1 Extensions au supervisé

Dans le cas ou toute ou partie de l'information d’appartenance des objets a des
classes prédéterminées est connue, il est possible d’adapter les méthodes de clustering
pour prendre en compte de telles informations.

Dans un cas semi-supervisé, si nous faisons I’hypothése qu’une classe prédéterminée
peut étre approximée par une unique distribution, c’est-a-dire si une classe correspond
4 un unique cluster, alors ’extension des méthodes est directe : les objets partageant
la méme classe sont associés au méme cluster, et ’apprentissage est alors concentré sur
I’ensemble des objets pour lesquels 'information d’appartenance aux classes prédéter-
minées n’est pas connue.

Si la méthode de clustering utilisée est statistique, comme pour SuSE, alors elle
peut étre étendue en prenant en compte des probabilités d’appartenance des objets
aux classes prédéterminées, et méme si ces informations ne sont que partielles. Dans
ce cas, il s’agit de figer les probabilités d’appartenance des objets aux clusters qui sont
connues (ou partiellement connues), c’est-a-dire de ne jamais les modifier lors de ’étape
d’Estimation de l’algorithme EM.

Dans un cas supervisé, les résultats peuvent étre beaucoup plus sensibles & 1’hypo-
thése d’unicité des classes. En effet, dans de nombreux cas, approximer une classe par
une unique distribution n’est pas suffisant. Il est souvent plus approprié d’utiliser un
mélange de distributions pour représenter les classes, car ceci permet alors de cibler les
concepts disjonctifs qui peuvent étre présents dans les données. Deux méthodes sont
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alors envisageables pour effectuer un apprentissage supervisé avec une méthode donnée
de clustering.

La premiére approche d’apprentissage consiste simplement a exécuter le clustering
sur chaque classe indépendamment [Hastie and Tibshirani, 1996]. Mais dans ce cas, les
modeéles correspondant & chaque classe ne sont pas construits en les opposant & ceux
des autres classes, et les concepts ciblés risquent de se recouvrir. Une autre alternative
consiste alors a lancer le clustering directement sur ’ensemble de la base en traitant
I’attribut de classe comme un autre attribut, éventuellement en lui donnant plus de poids
en le répliquant. Dans ce deuxiéme cas, les clusters ne sont alors pas associés directement
aux classes, mais & chaque cluster est associée une probabilité d’appartenance & chacune
des classes.

Ensuite, au niveau de la classification de nouveaux exemples, si la méthode de clus-
tering utilisée est statistique, comme pour SuSE, alors dans le premier cas, il s’agit de
calculer la probabilité d’appartenance de chaque nouvel objet a chaque mélange de dis-
tributions associé & chaque classe, et I'objet est ensuite associé & la classe ayant mené
a la probabilité d’appartenance la plus forte. Dans le second cas, ot a chaque clus-
ter est associée une probabilité d’appartenance a chacune des classes, les probabilités
d’appartenance des objets aux classes sont calculées comme suit :

K
P(l7) = 3 P(@10) x P(clfy)
k=1
Enfin, si la méthode de clustering utilisée n’est pas statistique, les probabilités d’ap-
partenance des objets aux clusters sont généralement remplacées par des distances, un
objet étant alors associé au cluster le plus proche selon cette fonction de distance.

6.2 Extensions aux données semi-structurées

Dans le cadre du projet INEX (INitiative for the Ewvaluation of XML retrieval),
une problématique nouvelle a émergé concernant la classification de documents semi-
structurés en se basant sur leur contenu ou leur structure [Denoyer et al., 2006].

Nous présentons dans cette section nos travaux dans le cadre de la classification su-
pervisée et non supervisée de documents XML & partir de leur structure uniquement, et
en utilisant des modéles probabilistes [Candillier et al., 2005a]. L’entrée de ’algorithme
correspond donc & une collection de documents XML qu’il s’agit de séparer en différents
groupes selon la proximité de leur structure arborescente.

6.2.1 Représentation des documents XML

La figure 6.1 présente un exemple de document XML représenté sous forme arbo-
rescente. La plupart des méthodes existantes qui s’attaquent & la problématique de la
classification de documents XML travaillent directement sur les arbres représentant ces
documents. Certaines méthodes se basent sur I'utilisation de distances pour comparer
la proximité entre les arbres représentant les documents : la distance d’édition, nombre
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film
titre acteurs réalisateur
Mon titre Acteur 1 Acteur 2 Acteur 3 Mon réalisateur

FiG. 6.1 — Exemple de document XML représenté sous forme arborescente.

minimum de mutations nécessaires pour changer un arbre en un autre [Nierman and
Jagadish, 2002, Dalamagas et al., 2004], ou bien le nombre de chemins en commun entre
deux arbres [Flesca et al., 2002, Lian et al., 2004, Costa et al., 2004]. D’autres méthodes
se donnent pour objectif de découvrir des sous-arbres fréquents dans l’ensemble des
données [Termier et al., 2002, Zaki and Aggarwal, 2003].

Nous avons étudié 'utilisation de différents types de représentations pour manipuler
des documents XML. Notre proposition consiste & transformer les arbres en ensembles
d’attributs-valeurs. En effectuant de telles transformations, nous perdons évidemment
certaines propriétés contenues dans les documents XML initiaux, mais nous pensons
qu’avec un codage pertinent, les informations principales contenues dans les arbres
peuvent étre conservées, et le probléme simplifié. De plus, nous pouvons alors bénéfi-
cier des atouts des méthodes de classification existantes capables de traiter des données
présentées sous forme d’attributs-valeurs.

Dans [Doucet and Ahonen-Myka, 2002], les auteurs ont utilisé une telle idée pour
prendre en compte la structure des documents XML lors de leur classification, mais
la représentation qu’ils ont choisi pour les arbres est un simple sac de labels. Dans
[Gilleron et al., 2006], au contraire, la représentation en attributs-valeurs utilisée pour
transformer les arbres est plus riche, et permet d’obtenir de trés bons résultats dans un
cadre d’extraction d’informations.

La représentation des arbres que nous proposons d’utiliser est alors la suivante :
nous associons a chacun des arbres XML rencontrés :

— l’ensemble des labels présents dans l’arbre,

— mais aussi ’ensemble des relations pére-fils et des relations fréres-suivant (next-
sibling), dont les domaines de définition sont l’ensemble des paires de labels asso-
ciés aux nceuds,

— ainsi que ’ensemble des chemins (et sous-chemins) démarrant de la racine, dont
le domaine de définition correspond & ’ensemble des séquences finies de labels
associés aux noeuds.

Nous créons donc autant de nouveaux attributs que de relations distinctes entre

labels sont rencontrées dans l’ensemble des données XML considérées. Les valeurs de
ces nouveaux attributs dans les différents documents correspondent alors au nombre de
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leur occurence dans ces documents. Enfin, nous définissons également autant de nou-
veaux attributs qu’il existe de positions absolues différentes des nceuds dans les arbres.
L’identifiant d’un tel nceud peut par exemple étre codé par une séquence d’entiers : la
racine est codée 0, son premier fils 0.0, son second fils 0.1, etc. Pour chaque identifiant
d’une position de nceud, la valeur de I’attribut pour un document correspond & 1’arité
du neceud, c’est-a-dire au nombre de ses fils dans le document. Les nouveaux attributs
créés prennent donc finalement tous leurs valeurs dans I’ensemble des nombres naturels.
Intuitivement, une telle représentation devrait permettre de différencier par exemple :

— deux ensembles de documents utilisant des labels différents, ou pour lesquels le
nombre de certains labels sont différents;

— un ensemble de documents pour lequel une relation donnée (pére-fils ou frére-
suivant) entre certains labels est permise d'un autre ensemble pour lequel cette
relation n’est pas permise;

— ou bien un ensemble de documents pour lequel le nombre de fils d’un nceud donné
est différent de celui d’un autre ensemble de documents.

L’utilisation d’une telle représentation nous permet alors d’appliquer différentes mé-
thodes existantes capables de traiter des données présentées sous forme d’attributs-
valeurs pour classifier des ensembles de documents XML. Nous pouvons ainsi bénéficier
des atouts de ces méthodes. Cependant, comme de nombreux attributs sont formés par
une telle technique de transformation des arbres en attributs-valeurs, les méthodes de
classification utilisées ensuite doivent étre capables de faire face & de nombreux attri-
buts, et faire de la sélection d’attributs pendant 1’apprentissage. Dans le cadre d’un
apprentissage supervisé¢, C4.5 [Quinlan, 1993| ou C5 boosté [Quinlan, 2004| sont alors
tout a fait appropriés, de méme qu’un algorithme de subspace clustering comme SuSE,
présenté dans le chapitre précédent, dans un cadre non supervisé.

6.2.2 Clustering de documents XML

Par ailleurs, nous pouvons ici profiter des connaissances supplémentaires que nous
possédons du domaine étudié pour adapter SuSE dans ce cadre. En effet, au lieu de
considérer collectivement 1’ensemble important des nouveaux attributs créés pour re-
présenter les documents XML, nous pouvons considérer les différents ensembles d’attri-
buts indépendamment pendant l'apprentissage. Outre 1’accélération de la méthode et
I’amélioration de l'interprétation des résultats, cela nous permet d’éviter de considérer
I’ensemble des attributs simultanément qui peut s’avérer trés redondant.

D’autre part, nous sommes confrontés dans ce cadre & des jeux de données trés im-
portants car caractérisés par de nombreux documents ainsi que de nombreux nouveaux
attributs, qui peuvent étre séparés en de nombreux groupes différents. Or face a ce type
de jeux de données, les méthodes de clustering statistique peuvent nécessiter de nom-
breuses étapes avant de converger. Afin d’accélérer la méthode tout en conservant des
résultats interprétables, nous proposons de combiner SUSE avec une méthode hiérar-
chique descendante. SuSE est alors utilisé récursivement pour diviser les clusters déja
formés en deux.

Finalement, notre proposition consiste donc 4 adapter SuSE de telle fagon que le jeu
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de données soit divisé en deux de facon récursive et selon un ensemble donné d’attributs
associé aux arbres. Ainsi, & chaque étape, seule une partie des attributs, une partie de
plus en plus réduite des objets, et une partition en deux de ces objets sur ces attributs
sont considérés, et la sortie de la méthode est alors un arbre de décision dans lequel
chaque nceud représente un test sur un ensemble restreint d’attributs.

Avant de donner plus de détails sur la procédure de clustering proposée, introduisons
quelques notations. A dénote I’ensemble des attributs possibles associés aux documents
XML. Comme nous l'avons introduit, A peut étre partitionné en différents groupes de
complexité croissante :

nous appelons A; ’ensemble des labels présents dans les documents XML,
Ay est I’ensemble des relations pére-fils présents dans les arbres,

— Ag est ’ensemble des relations fréres-suivant,

— Ay est ensemble des positions de noeuds,

et As est 'ensemble des chemins démarrant de la racine.

A est donc composé de SA = 5 ensembles d’attributs. Enfin, nous notons Cut(Cl, 4;)
le partitionnement en deux du jeu de données composé des documents inclus dans le
cluster Cj et transformés avec l’ensemble des attributs A;, en utilisant 1’algorithme
SuSE instancié pour rechercher deux clusters.

Les étapes principales de notre nouvelle méthode de clustering sont présentées par
I’algorithme 12. Elle consiste & choisir a chaque étape la division d’intérét maximum
parmi ’ensemble des divisions possibles des clusters courants Cj, pour k € [1, K] sur les
ensembles d’attributs possibles A; € A, jusqu’a ce que le nombre attendu de clusters
soit atteint. L’intérét de partitionner les éléments d’un cluster C}, sur les attributs de A;
est évalué par le rapport entre la log-vraisemblance d’une partition avec deux clusters
et la log-vraisemblance d’une partition avec un seul cluster, pondéré par le nombre de
membres du cluster C}, pour préférer les divisions des clusters contenant davantage de
documents. La sortie de la procédure est alors un arbre de décision dans lequel chaque
neeud correspond a un test d’appartenance a une régle, créée comme présentée dans la
section 5.7, et définie par un minimum d’attributs possible.

6.2.3 Classification supervisée de documents XML

Afin de bénéficier de la capacité de SuSE & présenter des résultats compréhensibles,
nous proposons maintenant de ’adapter pour la classification supervisée de documents
XML. La nouvelle méthode est alors composée de deux étapes principales : une premiére
étape qui agit comme un clustering mais utilise les classes connues des objets, et une
deuxiéme étape complétement guidée par les classes. La sortie de la méthode est alors
un arbre de décision construit de maniére & étre aussi compréhensible que possible.

La premieére étape est décrite par ’algorithme 13 et consiste en une phase de cluste-
ring qui autorise la présence de plusieurs classes dans un méme cluster mais ne permet
pas qu’une classe soit séparée dans différents clusters. A cette étape, nous préférons
qu’une régle de découpage soit définie sur des attributs de plus bas niveau qui sont plus
simples que des attributs de plus haut niveau. Plus formellement, nous préférons utiliser
A; que A; sii < j. Cest pourquoi nous effectuons une division dés que possible plut6t
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Algorithme 12 SuSE pour XML.
Entrée : ’ensemble D de documents XML et le nombre attendu de clusters nb_ clus.
K =1 {nombre courant de clusters de la partition}
Cy = D {initialiser 'unique cluster C; avec tous les documents de D}
O = () {créer un nouvel arbre de décision vide O}
while K # nb_clus do
for all k € [1, K] do
for alli € [1,5A] do
calculer l'intérét de Cut(Cy, A4;)
end for
end for
sélectionner et exécuter la division d’intérét maximum
calculer la régle associée et 'ajouter a l’arbre de décision O
K=K+1
end while
Sortie : ’arbre de décision O, avec nb_clus — 1 tests.

que de comparer 'intérét de plusieurs divisions possibles comme il est fait en clustering.
Le méme raisonnement sera utilisé a 1’étape suivante.

La seconde étape de notre méthode est décrite par ’algorithme 14. Elle prend en
entrée la sortie de I’étape précédente et consiste & séparer les exemples de classes diffé-
rentes qui sont encore inclus dans les mémes clusters. Elle est elle-méme composée de
deux étapes : la premiére essaye d’utiliser des régles pour distinguer les classes, dans
le but d’étre le plus compréhensible possible, tandis que la seconde étape utilise des
modéles probabilistes, qui sont des modéles plus riches, capables de décrire des zones
de séparation plus complexes.

1. Si une régle est trouvée qui est capable de distinguer une classe des autres, alors
cette régle est utilisée comme test suivant dans l'arbre de décision. Comme nous
I'avons expliqué précédemment, une division est exécutée dés que possible.

2. Puis si aucune régle capable de distinguer une classe des autres dans un cluster
donné n’a été trouvée, alors nous testons I’erreur en validation croisée de modéles
probabilistes générés sur chaque ensemble possible d’attributs de A, et celui qui
a mené au taux d’erreur le plus faible est sélectionné comme test suivant dans
I’arbre de décision.

Dans I'arbre de décision final, les tests sur chaque nceud peuvent donc étre de deux
natures différentes : ils peuvent correspondre & un test d’appartenance a une régle, ou
bien & un test probabiliste sur des modéles probabilistes. Chacun de ces tests est exécuté
sur seulement un ensemble d’attributs a la fois.
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Algorithme 13 SuSE pour XML supervisé : étape 1.
Entrée : l’ensemble D de documents XML.
K =1 {nombre courant de clusters de la partition}
C1 = D {initialiser 'unique cluster C; avec I’ensemble des documents de D}
O = () {créer un nouvel arbre de décision vide O}
cUuT =1
while CUT =1 do
CUT =0
for all k € [1, K] do
CUT, =0eti=1
while CUT, =0et i <= 5SA do
if (aucune classe n’a été séparée dans différents clusters par Cut(Cy, A;)) then
exécuter la division; K = K +1
calculer la régle associée et ’ajouter a l'arbre de décision O
CUT,=1et CUT =1
else
1=1+1
end if
end while
end for
end while
Sortie : l'arbre de décision O, et la partition courante P = {Cy|k € [1, K]}.
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Algorithme 14 SuSE pour XML supervisé : étape 2.

Entrée : 'arbre de décision O et la partition de ’étape précédente P = {Cil|k €
1, K1}
for all k € [1, K] do
while C}. contient plusieurs classes différentes do
for alli € [1,5A4] do
for all class € C}. do
if (une régle est capable de distinguer la classe des autres) then
exécuter la division et mettre & jour ’arbre de décision O
end if
end for
end for
if (aucune division n’a été effectuée) then
for all i € [1,5A] do
calculer ’erreur de classification en validation croisée du modéle probabiliste
généré sur les attributs A;
end for
choisir le modéle qui a mené au taux d’erreur le plus faible
mettre & jour ’arbre de décision O
end if
end while
end for
Sortie : ’arbre de décision O.
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6.3 Bilan

De maniére générale, toute méthode peut étre adaptée lorsque I’on posséde certaines
connaissances supplémentaires sur un domaine particulier. Dans le cas d’un apprentis-
sage supervisé par exemple, si I'utilisateur sait que chaque classe peut étre représentée
par une unique distribution, alors parmi les modéles possibles que nous avons présentés
dans la premiére section de ce chapitre, c’est le premier modéle qui sera utilisé. En
pratique, puisqu’il est rare de posséder de telles informations, c’est souvent le modéle le
plus simple qui est d’abord considéré, puis des modéles de plus en plus complexes tant
que les résultats ne sont pas jugés satisfaisants. Une autre méthode étudiée dans [Bier-
nacki and Govaert, 1998| consiste & tester un ensemble de modéles possibles et & utiliser
un test statistique pour choisir celui qui est le plus approprié aux données.

Dans le cas de I'extension des méthodes aux données semi-structurées, nous verrons
dans le chapitre suivant concernant nos expérimentations l'intérét d’utiliser la connais-
sance que nous avons sur l’existence de plusieurs ensembles spécifiques d’attributs re-
présentant différentes vues sur la structure des documents XML. Bien que la méthode
de transformation des arbres XML en ensembles d’attributs-valeurs se traduise par une
perte d’information, nous verrons qu’elle permet d’obtenir de trés bons résultats en pra-
tique. Nous pourrons également observer 'intérét des adaptations de SuSE que nous
avons proposées dans 1’objectif de fournir un résultat compréhensible a 'utilisateur.
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Expérimentations

Comme nous l’avons déja évoqué dans la section 2.5, évaluer les résultats fournis
par des algorithmes de clustering est un probléme difficile car I'intérét de ces résultats
comporte une certaine part de subjectivité.

Nous avons présenté différentes méthodes utilisées classiquement pour effectuer cette
évaluation, et nous avons mis en avant leurs limitations. Nous soutenons qu’évaluer les
résultats d’algorithmes de clustering en choisissant ’'une de ces méthodes n’est pas
satisfaisant. Par contre, mener plusieurs de ces évaluations permet de mettre en avant
plusieurs propriétés de 1’algorithme que nous souhaitons évaluer.

En effet, démarrer par une analyse des résultats de I’algorithme face & des jeux de
données générés artificiellement permet d’observer la robustesse de la méthode dans
différentes conditions qui sont controlées. Confronter ensuite I'algorithme a des jeux de
données réels pour lesquels un expert est capable de spécifier si les clusters ont du sens
permet par ailleurs d’observer son intérét dans le cas d’applications réelles.

Dans ce chapitre, nous confrontons donc les nouvelles méthodes que nous avons
proposées & ces méthodes classiques d’évaluation. Puis dans la partie suivante, nous
poursuivons leur évaluation dans le cadre d’une nouvelle méthodologie qui présente
plusieurs avantages par rapport aux méthodes classiques.

7.1 Données artificielles

Le principe de I’évaluation d’algorithmes de clustering & partir de données artificielles
est de se fixer soi-méme des clusters dans I’espace de description des objets, d’appliquer
les algorithmes sur les jeux de données produits automatiquement, puis de mesurer
les correspondances entre les clusters initiaux et ceux qui ont été retrouvés par les
algorithmes. Autrement dit, on se place dans un cadre oil l'objectif & atteindre est
connu, et ol l’on souhaite évaluer si les algorithmes sont bien capables de retrouver les
clusters présents dans les données. On parle dans ce cas d’évaluation externe.

Dans le cadre du subspace clustering que nous nous sommes fixé, nous souhaitons
tout d’abord évaluer la capacité des méthodes & retrouver des clusters définis dans
différents sous-espaces de 1’espace original de description des objets. Les principales
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questions abordées dans cette section sont ensuite les suivantes :
1. quelle est l'influence des paramétres de Tuareg et SUSE?

2. comment se comportent ces méthodes selon le nombre d’objets, le nombre de
dimensions, le nombre et les caractéristiques des clusters présents dans les jeux de
données, comparées aux autres méthodes existantes de clustering ou de subspace
clustering 7

3. et sont-elles robustes & ’ajout de dimensions non pertinentes, & la présence de
bruit dans les données, ou de valeurs manquantes ?

Pour ces expériences, nous produisons donc automatiquement des problémes, un
probléme étant caractérisé par les parameétres suivants :

— N le nombre d’objets du jeu de données,

— M, et M. le nombre de dimensions, respectivement numériques et catégorielles,

décrivant les objets,

— L le nombre de clusters,

— (' le nombre moyen de dimensions caractéristiques des clusters,

— em et eps les écarts types minimum et maximum des coordonnées des objets
appartenant & un méme cluster par rapport a son centre de gravité et sur ses
dimensions caractéristiques numériques,

— et p le pourcentage d’objets appartenant & un méme cluster et partageant la méme
modalité sur ses dimensions caractéristiques catégorielles.

L points d’ancrage (i1, ..., fiz,) sont tirés aléatoirement dans l'espace de description

a M = M, + M. dimensions, et sont utilisés comme centroides initiaux des clusters
(C1,...,CL) a générer. L'intervalle de définition des dimensions numériques est [0,100],
et le nombre moyen de modalités sur les dimensions catégorielles est de 5. A chacun de
ces clusters est associée une partie des N objets, et un sous-ensemble, de taille proche de
C, des M dimensions constituant ses dimensions caractéristiques. Puis les coordonnées
des objets appartenant & un cluster C' sont générées selon une loi normale de centre pigq
et d’écart type e € [enm, enr| sur toute dimension numeérique d caractéristique de Cy, et
avec une probabilité p d’étre égales & la modalité prg sur toute dimension catégorielle
d caractéristique de C}; elles sont générées selon une loi uniforme dans l’espace de
description des dimensions non caractéristiques.

Nous utilisons ensuite la mesure d’Entropie (définie dans la section 2.6) pour évaluer
la correspondance entre les résultats fournis par les méthodes de clustering évaluées et
le clustering résultat attendu. Cette mesure est minimale lorsque la correspondance est
maximale.

7.1.1 Algorithme Tuareg

Nous utilisons dans un premier temps ces jeux de données artificiels afin d’évaluer
I’algorithme Tuareg sur différents aspects :

1. quelle est I'influence des paramétres d’entrée de Tuareg 7 et plus particuliérement,
peut-on fixer des valeurs par défaut & ces paramétres ?
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2. comment Tuareg se comporte-t-il face & différents types de jeux de données?
autrement dit, quelles sont les performances de Tuareg selon le nombre d’objets,
le nombre de dimensions, le nombre et les caractéristiques des clusters présents
dans les jeux de données, comparé & K-means?

3. Tuareg résiste-t-il a I’ajout de dimensions non pertinentes, sur lesquelles les co-
ordonnées des objets sont générées uniformément sur 1’espace de description des
objets ?

Nous utilisons donc tout d’abord des jeux de données artificiels pour tester 'influence
des paramétres de Tuareg sur ses performances. Dans ces expériences, les données
sont générées avec les paramétres suivants (Tuareg tel que nous ’avons décrit n’étant
pas capable de prendre en compte les dimensions catégorielles, seules des dimensions
numeériques sont utilisées ici pour décrire les objets du jeu de données) :

— nombre d’objets N = 500,

— nombre de dimensions numériques M,, = 20,

— nombre de clusters L = 5,

— nombre moyen de dimensions caractéristiques des clusters C' = 2,

— et écarts types minimum e, = 3 et maximum ey; = 4.

Chacun des résultats que nous présentons correspond & une moyenne sur 100 générations
de jeux artificiels et exécutions de la méthode.

Les expériences ont ainsi mis en avant le fait que les performances de Tuareg sont
améliorées lorsque le paramétre ALEA DIV, contrélant la composante stochastique
de Tuareg, passe de 1 & 2, ce qui montre I'intérét de cette composante stochastique.
Ensuite, les résultats restent stables méme lorsque la valeur de ce paramétre est encore
augmentée. Nous avons donc fixé ALEA DIV a2 par la suite. Nous avons de méme fixé
NB_RUNS, le paramétre contrélant le nombre d’itérations de la méthode de divisions
successives de base, & 7 expérimentalement.

Concernant Max g, le parametre utilisateur servant de borne supérieure sur le
nombre de clusters générés lors d’une itération de la méthode, son influence dépend
de la méthode choisie pour la fonction AcceptDivision, qui permet de décider si la di-
vision d’un cluster peut ou non étre effectuée. Si celle-ci est basée sur la comparaison
de l'inertie courante du cluster avec 'inertie maximale entre les deux nouveaux clusters
générés, alors l'algorithme produit un nombre de clusters proche du nombre réel de
clusters présents dans le jeu de données. Ce nombre plafonne & 7 dans nos expériences,
pour 5 clusters présents dans les données, et ce méme quand Max i dépasse les 20. Si
au contraire, la fonction AcceptDivision est basée sur 'inertie minimale, alors le nombre
de clusters générés est proche de Mazg. Dans la suite, c’est donc 'inertie maximale
qui sera utilisée dans la fonction AcceptDivision pour tester si une division doit ou non
étre acceptée. Maxy constituant une borne supérieure qui permet d’assurer de ne pas
générer trop de clusters, mais qui n’est pas forcément atteinte, nous l'avons fixée & 10
pour la suite.

Dans un deuxiéme temps, nous utilisons ces jeux de données artificiels afin d’observer
les performances de Tuareg en fonction des caractéristiques des jeux de données qui
lui sont fournis en entrée.
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Afin de comparer les caractéristiques de Tuareg avec celles d’un algorithme de
clustering trés utilisé, et afin d’observer l'intérét de la mise en ceuvre de méthodes
capables de prendre en compte le fait que certaines dimensions ne sont pas pertinentes
pour la formation des clusters, nous avons choisi de comparer Tuareg a ’algorithme K-
means : dans chaque cas, le nombre de clusters & trouver lui est fourni, les centroides sont
initialisés de facon aléatoire, la méthode est exécutée dix fois, et le résultat minimisant
I'inertie globale de la partition est conservé.

Les courbes de la figure 7.1 mettent alors en avant la robustesse de Tuareg face
au nombre d’objets des jeux de données qui lui sont fournis en entrée. On observe sur
la premiére courbe qu’a partir d’un certain nombre d’objets présents dans les données
(200), les performances de Tuareg se stabilisent au dessus de celles de K-means, et
proches de 0, ce qui dénote une correspondance maximale avec le clustering initial. La
seconde courbe montre que le temps d’exécution de Tuareg reste raisonnable, méme
pour des jeux de données contenant beaucoup d’objets, puisque ses performances restent
proches de celles de K-means, réputé pour son efficacité.

D’autres expériences ont été menées pour observer 1’évolution des performances de
Tuareg selon les caractéristiques des jeux de données qui lui sont fournis en entrée.
Ainsi, il a été mis en avant que les performances de Tuareg restent stables face & M
le nombre de dimensions du jeu de données, a L le nombre de clusters (tant qu’il n’est
pas trop proche de Maz), et & C' le nombre moyen de dimensions caractéristiques des
clusters.

Si le jeu de données est tel que pour tout couple de clusters distincts, il existe
toujours au moins une dimension de projection sur laquelle ces deux clusters sont bien
séparés (ce qui constitue I’hypothése de base sur laquelle est basée Tuareg), alors
les performances de Tuareg sont tout & fait satisfaisantes. Si cette hypothése n’est
pas vérifiée, les résultats restent cependant tout a fait raisonnables (avec une entropie
autour de 0.2), parce qu’en produisant les objets d’un cluster suivant une loi normale
centrée sur son centroide, on rend plus probable la présence d’écarts importants aux
marges de ce cluster plutdt qu’en son sein. De méme, les résultats sont meilleurs lorsque
I’écart type des coordonnées des membres de clusters par rapport & leur centroide et
sur leurs dimensions caractéristiques est faible (inférieur & 5), mais ils restent tout a
fait raisonnables si cet écart type est plus important (avec une entropie & 0.2 pour un
écart type a 10).

Par ailleurs, et contrairement a K-means, Tuareg reste stable face a la présence dans
les jeux de données de dimensions non pertinentes sur lesquelles les valeurs des objets
sont réparties selon une distribution uniforme. Ce résultat est illustré par les courbes de
la figure 7.2, représentant ’Entropie et le temps d’exécution des méthodes en fonction
du nombre M de dimensions non pertinentes ajoutées dans les jeux de données. De
plus, il apparait que lorsque le nombre de dimensions non pertinentes devient important,
alors Tuareg devient plus rapide que K-means parce qu’il nécessite alors de plus en
plus d’itérations pour converger.
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Fi1G. 7.1 — Performances de Tuareg en fonction du nombre d’objets présents dans les
jeux de données.
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(b) Temps d’exécution : Tuareg devient plus rapide que K-means quand M ™ > 20.

Fi1G. 7.2 — Performances de Tuareg face & la présence de dimensions non pertinentes
dans les jeux de données.
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7.1.2 Algorithme SuSE

De méme que pour Tuareg, nous utilisons des jeux de données artificiels afin d’éva-
luer algorithme SuSE sur différents aspects :

1. quelle est 'influence des paramétres d’entrée de SUSE ?

2. comment SuSE se comporte-t-il selon le nombre d’objets, le nombre de dimen-
sions, le nombre et les caractéristiques des clusters présents dans les jeux de don-
nées, comparé & K-means et LAC, une adaptation de K-means au subspace clus-
tering 7

3. SuSE résiste-t-il a I’ajout de dimensions non pertinentes, et a la présence de bruit
dans les données ?

Nos premiéres expérimentations concernent I'influence des paramétres de SuSE sur
ses performances. Rappelons que SuSE est basé sur I'utilisation de deux paramétres :
K le nombre de clusters présents dans les données, et R le nombre de dimensions
pertinentes des clusters.

La figure 7.3 montre tout d’abord, sur un exemple simplifié, I'influence du parameétre
K sur les résultats de SuSE. On peut ainsi observer que lorsque le nombre de clusters
recherchés par SUSE est inférieur au nombre réel, alors quelques concepts sont fusionnés
mais le résultat ne s’éloigne pas complétement de la solution réelle. A l'inverse, lorsque
le nombre de clusters recherchés est supérieur au nombre réel, alors plusieurs concepts
se recouvrent.

L
%

K=4 K=5 K=6

FiG. 7.3 — Exemple d’influence du parameétre K de SuSE.

La suite de ces expérimentations sur SuSE consiste & valider 'intérét de 1'utilisation
du critére BIC pour déterminer automatiquement les valeurs les plus appropriées pour
ces deux paramétres K et R. Les paramétres des jeux de données utilisés pour ces
expérimentations sont les suivants :

— nombre d’objets N € [50,1000],
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— nombre de dimensions M € [10,200],

— nombre de clusters L € [2, 6],

— nombre moyen de dimensions caractéristiques des clusters C' € [2,10],

— écarts types minimum e,, = 3 et maximum e; =9,

— et pourcentage d’objets partageant la méme modalité p = 0.8.

Chacun des résultats que nous présentons correspond & une moyenne sur 100 générations
de jeux artificiels et exécutions de la méthode.

La figure 7.4 montre ainsi I’évolution de la valeur du critére BIC en fonction du
nombre R de dimensions sélectionnées pour chaque cluster lorsque le nombre K de
clusters présents dans les données est fourni a l'algorithme. Cette courbe met alors en
avant le fait que la valeur du critére BIC décroit jusqu’a ce que R atteigne C', le nombre
réel de dimensions pertinentes associées aux clusters, puis augmente quand R devient
plus important que C. Cela montre donc expérimentalement que le critére BIC peut étre
utilisé pour déterminer automatiquement le nombre approprié de dimensions & associer
& chaque cluster.

-500

-1000

BIC

-1500

-2000 I I I I I

F1G. 7.4 — Evolution de la valeur du critére BIC en fonction du nombre R de dimensions
sélectionnées pour chaque cluster.

De la méme fagon, la figure 7.5 montre ’évolution de la valeur du critére BIC en
fonction du nombre K de clusters recherchés et du nombre R de dimensions pertinentes
associées aux clusters. Pour une meilleure visualisation, -BIC est reporté au lieu de
BIC. Cela montre donc expérimentalement que la valeur optimale du critére BIC est
atteinte lorsque K atteint L et que R atteint C, ce qui montre bien l'intérét d’utiliser un
tel critére statistique afin de déterminer automatiquement les paramétres (inhérents &
toute méthode de subspace clustering) les plus appropriés aux données. Par ailleurs, ces
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résultats suggeérent l'utilisation d’'une méthode de gradient pour atteindre cette valeur
optimale du critére BIC.

-BIC

1800

1200

600

FIG. 7.5 — Evolution de la valeur du critére BIC en fonction du nombre K de clusters
recherchés et du nombre R de dimensions sélectionnées pour chaque cluster.

Dans la suite de ces expérimentations visant & évaluer la robustesse de SuSE face a
différents types de jeux de données, nous proposons de considérer que les données sont
décrites par des attributs numériques uniquement, car cela nous permet de comparer
SuSE aux méthodes existantes de subspace clustering.

Notre méthode s’apparente & la famille des méthodes de subspace clustering des-
cendantes sur les dimensions. Parmi les plus récentes, LAC [Domeniconi et al., 2004],
détaillé en annexes B.3.5, est une méthode efficace qui nécessite un seul paramétre de
la part de l'utilisateur : le nombre de clusters recherchés. Nous proposons donc de nous
comparer & cet algorithme.
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LAC est basé sur l'algorithme K-means et associe & chaque centroide de cluster un
vecteur de poids sur chaque dimension de ’espace. A chaque étape, ces vecteurs sont
mis & jour en fonction de la dispersion des objets du cluster sur les dimensions : plus la
dispersion est élevée, plus le poids associé & la dimension est faible.

La figure 7.6 illustre les résultats de notre méthode est ceux de LAC face & un jeu de
données généré artificiellement. Sur cet exemple, nous pouvons observer une limitation
classique des méthodes de type K-means face aux méthodes probabilistes : les premiéres
recherchent des clusters de forme hypersphérique alors que les secondes sont capables
d’identifier des clusters de forme allongée et permettent naturellement le chevauchement
des clusters.
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bt L++
'_+__+_+::+ + 4 4+ +'++' ++
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Fic. 7.6 — LAC versus SuSE sur ’exemple.

Nous comparons également SuSE & SSC, la méthode de clustering statistique éga-
lement basée sur ’hypothése d’indépendance des dimensions, mais qui ne met pas en
ceuvre la sélection des dimensions les plus pertinentes associées aux clusters. Le nombre
de clusters recherchés pour chacun des problémes est fourni & I’ensemble des méthodes
évaluées. Et le paramétre Maxgr de SuUSE dénotant le nombre maximum de dimensions
pertinentes associées aux clusters est fixé a 10.

La figure 7.7 montre tout d’abord le temps d’exécution de différents algorithmes en
fonction de I’évolution du nombre d’objets présents dans les jeux de données. Dans ce
cas, SSC1 se réferre a la méthode de clustering statistique n’utilisant pas la méthode
d’arrét des itérations de type K-means, alors que SSC2 se réferre 4 la méthode qui utilise
ce critére d’arrét. On peut alors observer l'intérét d’utiliser ce critére d’arrét, puisque,
pour des résultats de qualité similaire, le temps d’exécution de la méthode est nettement
amélioré, plus proche de celui de LAC que de celui de la méthode statistique classique.

Le tableau 7.1 présente ensuite les moyennes, sur 500 générations aléatoires de jeux
de données, des entropies et temps d’exécutions de K-means, LAC, SSC et SuSE. Il
nous permet ainsi d’observer que SSC et SuSE ont des résultats similaires sur jeux de
données artificiels, supérieurs a ceux de LAC et bien supérieurs a ceux de K-means. Au
niveau du temps d’exécution, K-means n’est pas le plus rapide car, comme le modéle
qu’il utilise n’est pas approprié aux données, il nécessite de nombreuses itérations avant
de converger. LAC est plus rapide que SSC, mais c’est SuSE qui est le plus rapide, car
contrairement aux autres méthodes, il ne considére qu'un sous-ensemble des dimensions
de description pendant l'apprentissage. Ceci constitue 1'un de ses avantages.
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Fi1G. 7.7 — Intérét du critére d’arrét de type K-means dans SSC.

K-means | LAC | SSC | SuSE
Entropie 0.974 0.434 | 0.263 | 0.263
Temps d’exécution 236 197 239 156

TaB. 7.1 — Entropie et temps d’exécution des méthodes sur jeux de données artificiels.
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Les figures suivantes montrent enfin les évolutions des entropies et temps d’exécution
de K-means, LAC, SSC et SuSE en fonction du nombre d’objets N, du nombre de
dimensions M, et du pourcentage de bruit présents dans les jeux de données. Chaque
mesure correspond & une moyenne sur 100 générations de jeux de données artificiels.

Sur la figure 7.8, on peut ainsi observer que les résultats des méthodes de subspace
clustering se stabilisent & partir d’'un certain nombre d’objets présents dans les jeux
de données (300 pour SSC et SuSE, 200 pour LAC), alors que K-means continue a
améliorer ses résultats lorsque davantage d’objets sont fournis en entrée de I’algorithme.
Lorsque peu d’objets sont présents dans les jeux de données, alors SuSE surpasse
légérement SSC. Enfin, le temps d’exécution des méthodes augmente linéairement en
fonction du nombre d’objets présents dans les données, mais celui de K-means augmente
plus rapidement que les autres. SuUSE posséde le temps d’exécution le plus faible.

Sur la figure 7.9, on peut observer que les résultats des méthodes se dégradent lorsque
le nombre de dimensions présentes dans les jeux de données augmente. Rappelons que le
nombre moyen de dimensions pertinentes des clusters, lui, n’augmente pas. Davantage
de dimensions de description induit donc également davantage de dimensions non perti-
nentes. Cependant, SSC et SuSE, qui partagent la méme évolution, restent supérieurs
a4 LAC et K-means. Par ailleurs, les temps d’exécution de SSC et SuSE augmentent
moins rapidement que ceux de K-means et LAC lorsque le nombre de dimensions consi-
dérées augmente. SUSE posséde le temps d’exécution le plus faible lorsque plus de 30
dimensions sont utilisées pour décrire les objets, ce qui met clairement en avant que son
atout se situe au niveau du nombre de dimensions considérées pendant ’apprentissage.

La figure 7.10 reporte finalement 1’évolution de ’entropie et du temps d’exécution
des méthodes en fonction du pourcentage de bruit présent dans les jeux de données.
On observe dans ce cas que SSC et SuSE sont beaucoup plus robustes que LAC et
K-means a la présence de bruit dans les données, puisque 1’écart en entropie entre ces
deux ensembles de méthodes devient de plus en plus important lorsque le pourcentage
de bruit dans les données augmente. Le temps d’exécution des méthodes augmente
linéairement en fonction du bruit, plus rapidement lorsque les premiers objets bruités
apparaissent dans les jeux de données.

Enfin, notons que les résultats de notre algorithme sont tout aussi robustes si les
données artificielles sont générées selon des lois uniformes dans des intervalles de défi-
nition spécifiques aux clusters sur leurs dimensions caractéristiques numériques, au lieu
de lois gaussiennes. Autrement dit, un modéle gaussien est également approprié pour
approximer des clusters distribués de facon uniforme dans certaines zones spécifiques de
I’espace de description des objets. Les résultats sont également robustes & la présence
de certaines valeurs manquantes dans les jeux de données.

7.1.3 Présentation des résultats

Nous verrons dans la section suivante portant sur la confrontation de nos algorithmes
a des données réelles que SuSE obtient de meilleurs résultats que Tuareg, précisément
parce que dans de nombreux cas réels, bien que les clusters présents dans les données
soient séparés dans certains sous-espaces de l'espace original de description des objets,
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Fig. 7.8 — Performances des méthodes en fonction du nombre d’objets présents dans
les jeux de données.
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dement pour K-means et LAC. SuSE est le plus rapide lorsque M > 30.

FiG. 7.9 — Performances des méthodes en fonction du nombre de dimensions présentes
dans les jeux de données.
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(b) Le temps d’exécution des méthodes augmente linéairement en fonction du bruit, plus
rapidement & l'apparition des premiers objets bruités.

Fig. 7.10 — Performances des méthodes en fonction du pourcentage de bruit présent
dans les jeux de données.
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il n’existe aucune dimension unique de projection sur laquelle ces clusters sont bien
séparés. Or c’est justement sur I’hypothése de l’existence de telles séparations uni-
dimensionnelles qu’est basée Tuareg.

Par contre, Tuareg et SuSE sont tous deux basés sur 1'utilisation de régles pour
décrire les clusters identifiés. Avant d’observer lintérét de telles représentations sur
données réelles, nous présentons ici sur un exemple artificiel efficacité de la méthode
de description minimale des clusters que nous avons proposée, et de la méthode de
visualisation graphique des résultats. Pour cela, nous générons un exemple de jeu de
données artificiel ayant les caractéristiques suivantes :

— nombre d’objets N = 300,

— nombre de dimensions numériques M,, = 10,

— nombre de dimensions catégorielles M, = 5,

— nombre de clusters L = 3,

— nombre moyen de dimensions caractéristiques des clusters C' = 4,
— écarts types minimum e,, = 2 et maximum ey = 5,

— et pourcentage d’objets partageant la méme modalité p = 0.8.

Un jeu de données obtenu ainsi est décrit sous forme de régles comme suit :

- Co(N() = 104) =dy € [64,87],d2 S [84, 104],d8 S [27, 47],d13 =Detdiu=D
— Cl(Nl = 66) = ds € [25,43] et dg € [51,68]
~ Cy(Ny = 130) = dy € [55,79], da € [75,92], do € [69,92] et diq = E

Sur ce jeu de données, la représentation sous forme de régles des clusters ciblés est
la suivante :

— C() =dy € [84, 104],d10 =Aet diu =D
— Oy = ds € [25,43] et ds € [51,68]
- Cy=dy € [55, 79],d4 S [75,92] et diu = F

Nous observons alors que notre méthode de description minimale des clusters nous
permet de réduire efficacement le nombre de dimensions décrivant les clusters, puisque
certaines dimensions utilisées initialement dans la description des clusters ont pu étre
ignorées dans leur description finale.

Les visualisations graphiques correspondant aux deux couples de dimensions dont
le poids est maximum sont fournies par la figure 7.11, mettant ainsi en avant l'intérét
de telles visualisations. En ce qui concerne la premiére projection, les objets qui ne
semblent affectés & aucun cluster correspondent en fait aux objets qui ne partagent pas
la catégorie la plus probable des clusters sur la dimension catégorielle dy4.

Par ailleurs, la figure 7.12 montre 'intérét de prendre en compte le bruit qui peut
exister dans les données afin de fournir un résultat aussi compréhensible que possible.
Les points isolés sont alors ceux qui ont une probabilité plus forte d’appartenir & un
cluster réparti uniformément dans l’espace de description des objets que d’appartenir
aux deux clusters identifiés (cf. section 5.7). On peut ainsi observer sur cet exemple
que le cluster C; est beaucoup mieux identifié aprés que les objets bruités aient été
supprimeés.



Données artificielles 123

T T T T T T T T T T
Objets ¢
COo -
Cl -
Cc2
E [0  oosseno G O 0 DM @O0 MEOtOd OO @i GOANO OB O OO 8> G000 & OO GO
Bl o o o0 O WO O 3 -
<
—
£ D [ BWO OO s 4
£
C o 3 OO PO OO o o B
A F i i < <@ O ONR KW i -
1 1 1 1 1 1 1 1 1 1
0 9 18 27 36 45 54 63 72 81 90

Dim8

(a) Projections sur les dimensions ds et dia.

99 I T T T T T . L & T [RREEEE T @04777—: ]
gé o I Q@bjels S
o 8 o : O% R
90 005?00 o Gl 1
eed . © Cc2
S o e %
81 ¢ ® o° o 7]
g o 1 S 1
@S < : o o
72k > & Y e © 6 i
o go & ;
@8 ; o j
o : :
63 8o : 4 ! T
O @0 : :
o %o, £ :
) 54 + 3 < o 4
IS X ¢ © o |
o o, @ : & .
s *® o o oo o i
AT
o ¢ o 6 o @0 $ o 7
36 ¢ o © 0% oo 2 L E
o ° o 4 ‘
o Q%O o Ooo oooo C SR e o Ce B
§° oo 0 LIRS ol o B
27 o__& PSS 7
o ; 8o ¢ !
o o
18 |+ ¢ o ¢ oo% : -
o0 &82000
00 % o
9 | & o o0 _
0 %00 MNP
o ;
0 ! L L ! L RO 2. .O—— ST ,,,,? S
0 10 20 30 40 50 60 70 80 90 100
Dim2

(b) Projections sur les dimensions ds et ds.

FiG. 7.11 — Visualisation graphique des clusters obtenus par SuSE sur ’exemple.
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(b) SuSE avec détection du bruit.

FiaG. 7.12 — Intérét de la détection du bruit existant dans les données.
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7.2 Données réelles

La deuxiéme partie de ces expérimentations porte sur la confrontation des méthodes
de subspace clustering Tuareg et SUSE que nous avons proposées a des données réelles.
Les premiers jeux de données considérés sont ceux issus de ’'UCI Machine Learning Re-
pository [Blake and Merz, 1998], qui sont souvent utilisés comme références. La plupart
de ces jeux de données sont étiquetés, et dans de tels cas 'attribut de classe sera ignoré.
Certains ne contiennent au contraire aucune information de classe et sont donc tout a
fait appropriés a I'apprentissage non supervisé. Nous présentons ensuite quelques résul-
tats obtenus face a des données réelles fournies par la société Pertinence. La encore, il
s’agit de jeux de données étiquetés pour lesquels l'attribut de classe est ignoré lors de
I’apprentissage non supervisé. Dans certains cas, la méthode exhibe alors certaines in-
formations sur les classes, mais il peut également arriver qu’elle mette en avant certains
sous-concepts présents dans les données mais non liés aux classes du probléme. Enfin,
nous reportons les résultats que nous avons obtenus lors du challenge INEX portant sur
la classification de documents semi-structurés, issus de bases de données réelles.

7.2.1 Données UCI

Le tout premier jeu de données que nous avons considéré pour tester nos méthodes
est celui des quadrupédes, disponible sur le site de I’'UCI. Il s’agit d’un jeu de données
dans lequel sont mélangées les descriptions de chevaux, de girafes, de chiens et de chats,
tous caractérisés par les mesures de leurs membres (téte, cou, torse, queue, et quatre
pattes), chaque membre étant vu comme un cylindre caractérisé par neuf attributs. Au
total, un exemple est donc décrit par 72 attributs.

Lorsqu’un minimum de 70 animaux sont considérés, Tuareg obtient les résultats
suivants : en plus de retrouver les quatre groupes pertinents, et ce sans connaitre le
nombre de groupes recherchés, Tuareg caractérise chaque groupe par des dimensions
qui lui sont propres : les girafes sont caractérisées par leurs trés longues jambes, les
chevaux par leurs jambes de taille moyenne, les chiens par la petite taille de leur queue,
et les chats par la petite taille de leur torse.

Nous obtenons donc bien un ensemble de groupes aux dimensions spécifiques, et ce
résultat reste stable face a ’ajout de dimensions sur lesquelles les coordonnées de tous
les objets sont tirées aléatoirement dans [0,100]. En effet, alors que les résultats de K-
means se dégradent des ’ajout d’une dimension aléatoire, Tuareg continue & retrouver
les quatre groupes pertinents méme apreés l'ajout de 1000 dimensions aléatoires.

SuSE a lui aussi de trés bonnes performances sur ce jeu de données des quadrupédes.
Par contre, sur un autre jeu de données bien connu de I'UCI, les Iris, Tuareg obtient
de moins bons résultats que SuSE. Dans ce jeu de données, 150 iris (des fleurs) sont
décrits par quatre attributs et séparés en trois classes. L'une des classes (setosa) est
bien séparée des deux autres (versicolor et virginica), mais ces derniéres ne sont pas
linéairement séparables, et Tuareg ne retourne donc que deux clusters. Il atteint 14 I'une
de ses limites que nous avons présentées dans la figure 4.7 de la section 4.6. Par contre,
SuSE identifie bien trois clusters présents dans les données. La meilleure projection en
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deux dimensions des régles fournies en sortie est présentée dans la figure 7.13.
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Fi1a. 7.13 — Visualisation graphique des résultats de SuSE sur le jeu de données Iris.

SuSE fournit des meilleurs résultats que Tuareg sur données réelles, non seulement
parce que, contrairement & Tuareg, il est capable d’identifier des clusters séparés dans
certains sous-espaces de l’espace original de description des objets mais dont la sépara-
tion n’est visible sur aucune projection & une seule dimension de ces objets, mais aussi
parce qu’il est capable d’identifier naturellement des clusters qui se chevauchent. Par
ailleurs, il est également capable de s’attaquer & des problémes contenant des attributs
catégoriels, alors que Tuareg ne ’est pas. C’est donc uniquement SuSE qui sera utilisé
dans la suite de ces expérimentations.

La figure 7.14 montre une projection en deux dimensions obtenue en exécutant
SuSE sur le jeu de données wdbc (Wisconsin Breast Cancer Databases), contenant
699 descriptions de tumeurs caractérisées par 30 attributs numériques, et séparées en 2
classes : M (malin) et B (bénin). L’un des deux clusters ciblés contient 393 objets de la
classe B, définis par des valeurs faibles sur la majorité des dimensions de description,
et 'autre cluster contient alors 80% de membres de la classe M. Nous sommes donc 1a
en présence d’un cas ol les concepts identifiés par SUSE sont trés proches des classes
du probléme considéré (rappelons que les attributs de classe n’ont pas été utilisés lors
de l'apprentissage).

Les résultats suivants que nous présentons concernent le jeu de données Auto-Mpg
de 'UCI, qui contient la description d’un ensemble de 398 moteurs de voitures décrits
par 8 attributs numériques (nombre de cylindres, de chevaux, accélération, etc.), mais
aucun attribut de classe. Le tableau 7.2 présente les régles obtenues par SuSE avant
leur simplification.
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FiG. 7.14 — Visualisation graphique des résultats de SuSE sur le jeu de données wdbc.

mpg cylinders  displacement  horsepower weight acceleration modelYear origin
[18,47] [3,4] [68,156] [46,115] [1613,3270] [12,25] [70,82] [1,3]
[15,38] [5,6] [121,262] [67,165] [2472,3907] [11,21] [70,82] [1,3]
[9,27] [8,8] [260,455] [90,230] [3086,5140] [8,22] [70,81] [1,1]

TAB. 7.2 — Régles obtenues par SuSE sur le jeu de données Auto-Mpg.
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Aprés la procédure de description minimale des régles trouvées, seul 'attribut cylin-
ders est conservé pour caractériser 'appartenance des objets aux clusters. La figure 7.15
présente les visualisations graphiques associées aux clusters identifiés, qui mettent en
avant les différences entre ces clusters, et la pertinence du résultat produit.

Enfin, des expériences ont également été menées sur des jeux de données conte-
nant davantage d’attributs catégoriels, parmi lesquels le jeu de données Automobile, qui
contient la description de 160 voitures caractérisées par 15 attributs numériques et 11
attributs catégoriels, et qui ne contient pas non plus d’attribut de classe. La figure 7.16
présente les visualisations graphiques associées aux résultats obtenus par SuSE sur ce
jeu de données.

L’algorithme met ainsi en avant que le prix des voitures augmente fortement lorsque
leur longueur dépasse les 170 (figure 7.16(a)), que les voitures ayant une traction ar-
riére (rwd) ont un poids & vide supérieur aux tractions avant et quatre roues motrices
(figure 7.16(b)), et que la majorité des voitures les plus chéres sont & traction arriére
(correspondance entre les deux figures concernant le cluster C5). La encore, les objets
qui ne semblent affectés & aucun cluster dans la figure 7.16(b) correspondent en fait aux
objets qui ne partagent pas la catégorie la plus probable des clusters sur la dimension
catégorielle drive-wheels (traction).

Enfin, nous avons également confronté notre méthode au jeu de données tic-tac-toe
de I'UCI, qui ne contient que des attributs catégoriels. Ce jeu de données regroupe
I’ensemble des fins de partie possibles d’un jeu du morpion. Chaque exemple est donc
décrit par 9 attributs catégoriels représentant les 9 cases du plateau du morpion, et
prenant chacun 3 modalités possibles : la présence d’une croix, d’'un rond, ou bien une
case vide.

Si ’on considére les 626 exemples correspondant aux fins de partie gagnantes pour
les croix, la difficulté du probléme réside dans le fait que les concepts qui régissent la
notion de gain d’une partie pour les croix est disjonctif. En effet, il existe 8 fagons
possibles pour les croix de gagner : 3 croix sur une ligne, pour chacune des 3 lignes,
3 croix sur une colonne, pour chacune des 3 colonnes, et 3 croix en diagonale, pour
chacune des 2 diagonales.

Par ailleurs, ces concepts sont définis dans différents sous-espaces de 1’espace original
de description des objets, ce qui justifie 'intérét d’utiliser une méthode de subspace
clustering dans ce cadre. En effet, chacun des concepts présentés permettant aux croix
de gagner est défini sur un ensemble de 3 attributs qui sont différents pour chacun des
concepts. Finalement, SuUSE exécuté sur ce jeu de données identifie bien la présence de
8 clusters, définis chacun par 3 attributs spécifiques.

7.2.2 Données Pertinence

L’algorithme SuSE a donné lieu & un prototype au sein du logiciel de la société
Pertinence, et plusieurs expériences ont été menées sur des données réelles de clients de
la société, issues pour la plupart de processus industriels complexes. Afin de préserver la
confidentialité de ces données, nous ne pouvons entrer dans les détails de ces expériences.
Nous présentons néanmoins une partie de nos résultats.
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Fic. 7.15 — Visualisation graphique des résultats de SuSE sur le jeu de données Auto-

Mpg.
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FiG. 7.16 — Visualisation graphique des résultats de SuSE sur le jeu de données Auto-

mobile.
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Les jeux de données traités sont étiquetés, et SUSE est utilisé en pré-traitement
de l'analyse supervisée. Dans certains cas, bien que les attributs de classe sont igno-
rés lors de 'apprentissage non supervisé, SUSE exhibe certaines informations sur les
classes, mais nous verrons qu’il peut également arriver qu’il mette en avant certains
sous-concepts présents dans les données mais non liés aux classes du probléme, infor-
mations qui se révélent alors tout & fait importantes pour appréhender au mieux le
probléme.

Nous avons choisi de démarrer ces études en recherchant d’abord si les données
s’organisaient naturellement en deux groupes. Autrement dit, nous avons positionné le
paramétre K de notre algorithme, qui spécifie le nombre de clusters recherchés, & deux.
Dans la majorité des cas, cette approche était suffisante pour mettre en avant certaines
caractéristiques des jeux de données étudiés, la technique de visualisation graphique des
régles obtenues offrant ensuite un complément d’information tout a fait pertinent pour
une meilleure compréhension des phénomeénes mis en jeu.

La figure 7.17 montre tout d’abord les résultats obtenus sur un jeu de données
contenant 67 objets, 32 dimensions numériques, 40 dimensions catégorielles, et 3 classes
(bon, moyen et mauvais), que nous nommerons J;.

Moyen
76 Mauvais

71 + C()———_
66 - T T T T T N
61
96
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I e e .
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36
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FiG. 7.17 — Visualisation graphique des résultats de SuSE sur le jeu de données J;.

Nous pouvons dés lors observer que la majorité des objets sont définis par des valeurs
comprises entre 47 et 67 sur la dimension ds, et que les objets qui sortent de cet intervalle
sont de la classe des Mauvais. Les valeurs prises par les objets sur cette dimension
correspondant aux mesures de certains capteurs d’'un processus industriel complexe,
une telle information va alors permettre de repérer 'apparition d’une anomalie dans le
processus lorsque la valeur d’un objet sort de cet intervalle [47,67].

Par ailleurs, nous pouvons également remarquer qu’aucun des objets qui sont de la
catégorie B sur la dimension d; n’est de la classe des Mauwais. Dans ce cas, la variable
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correspondante du processus n’étant que partiellement contrdlable, cette information
permet de mettre 'accent sur l'intérét de se positionner dans la situation B sur la
variable d; dés que cela est possible.

Le jeu de données suivant que nous considérons sera nommé .J. Les données sont
issues de la maintenance d’un processus industriel complexe qui consiste & maintenir &
une certaine température un liquide contenu dans un récipient. Des capteurs, installés
en différents endroits du récipient, mesurent réguliérement sa température. Le jeu de
données correspondant contient ainsi 1421 exemples définis par 21 attributs numériques
et 3 attributs catégoriels qui représentent les valeurs des 24 capteurs collectées a inter-
valles réguliers. La figure 7.18 montre une partie des résultats que nous avons obtenus
sur ce jeu de données.
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FiG. 7.18 — Visualisation graphique des résultats de SuSE sur le jeu de données Js.

Dans ce cas, deux groupes bien séparés ont été ciblés. On peut d’ailleurs tout de suite
remarquer l’intérét de la détection du bruit présent dans les données, qui permet d’éviter
que les quelques objets exceptionnels présents entre les deux groupes ne dégradent les
résultats. Ces deux groupes reflétent 1’existence de deux classes d’instants particuliers
dans le processus de production, qui correspondent au fait qu’a intervalles réguliers,
le liquide du récipient est changé, et la température augmentée momentanément. Les
phénomeénes mis en jeu a ces différents instants étant différents, et par conséquent les
conditions de production également, cette information a finalement justifié la tenue de
deux études séparées.

La visualisation graphique permet également d’observer que dans chacun des deux
groupes identifiés, deux sous-groupes sont présents. Aprés une observation plus appro-
fondie des données par les experts, il s’est avéré que ce phénomeéne était di & une période
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pendant laquelle les valeurs de deux capteurs avaient été inversées. Cette deuxiéme in-
formation a donc permis de mettre & jour les valeurs de ces capteurs afin d’éliminer ce
bruit qui était présent dans les données.

La derniére étude que nous présentons concerne un jeu de données que nous nom-
merons J3 et qui contient 142 objets définis par 16 dimensions numériques, et séparées
en 3 classes : bon, moyen et mauvais. La figure 7.19 montre les premiers résultats que
nous avons obtenus sur ce jeu de données.
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Bon A
Moyen O
Mauvais =
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Cy Ir I
| |
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dy

25 27 29

FiG. 7.19 - Visualisation graphique des résultats initiaux de SuSE sur le jeu de don-
nées Js.

Ces premiers résultats mettent en avant I'existence d’une corrélation entre les deux
dimensions d; et do sélectionnées par ’algorithme, justifiant par 14 méme la suppression
de la dimension dy pour mener une deuxieme étude. La figure 7.20 présente les résultats
obtenus lors de cette deuxiéme étude.

Sur la premiére projection de la figure 7.20, on observe une seconde corrélation entre
les deux dimensions dy et d;, ainsi que la présence d’'un objet bruité pour dy = 56
et di = 24. On remarque donc & ce niveau que, malgré 'utilisation de ’hypothése
d’indépendance des dimensions sur laquelle est basée notre méthode de clustering, la
méthode de visualisation graphique des résultats que nous avons proposée permet de
mettre en avant I'existence de telles corrélations entre dimensions, ainsi que la présence
de bruit dans les données.

Sur la seconde projection de la figure 7.20, on observe une augmentation des valeurs
des objets sur la dimension d3 lorsque les valeurs sur la dimension d; sont supérieures &
16. On observe également la cohérence des deux groupes ciblés par SuSE, qui reflétent
deux phénoménes différents. On peut enfin remarquer sur cette projection la présence
de davantage d’objets classés Mauvais lorsque leurs valeurs sur d; sont supérieures a 16,
alors qu’au contraire, ’ensemble des objets classés Bon sont définis par de plus faibles



134 Expérimentations

29I IB IAI T T T T T T T
27 - Moyglri (@) @Dﬂ}'
25 Mauvais o @
23 Cop ——— - i
21_ Cl (II. l
19 @OD B
we- aw B
= 15 do .
T o3k @ | .
11 f e | .
9 45 | _
a 2 | _
5'_ @&E | -
[ to@ |
3T oo I N
gy —m == =7 . . . -
1 12 23 34 45 56 67 78 89 100 111
do
T IBOIHAI T T T T T T T T T T
Moyen O
7+ Mauvais © o1
5o
o O e
|l -r——C———— —— —— — — o |4
0 [ o 8 o o 8g-
I go Q g,
e 5| c 0 8 § .
| o O © OQ o
O 0o
1hvs Lo 8gA o4l -
@oﬁoog O08%@800|
3L a | G ———
____________ 1
2_I | | | | | | | | | | | | | B

1 3 5 7 9 11 13 15 17 19 21 23 25 27 29
dy

FiG. 7.20 — Visualisation graphique des résultats de SUSE sur le jeu de données Js.
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valeurs sur d; ainsi que sur ds.

Finalement, on peut donc remarquer que SuSE et sa méthode de visualisation gra-
phique des résultats permettent de mettre en avant différents types d’informations dans
les données. Tout d’abord, la présence de corrélations entre dimensions ou d’objets brui-
tés est facilement observable sur des projections a deux dimensions. Ensuite, bien que
n’utilisant aucune information de classe, SuSE peut exhiber certaines informations sur
ces classes. Enfin, lorsque différents sous-concepts non liés aux classes sont présents dans
les données, alors leur détection par SuSE justifie souvent la tenue d’études séparées
sur ces différents sous-ensembles d’objets détectés.

7.2.3 Données semi-structurées

Dans le cadre du challenge INEX traitant de la classification de documents XML &
partir de leur structure uniquement, nous avons également mené plusieurs expérimenta-
tions. Nous avons ainsi pu confronter notre méthode & des jeux de données contenant de
nombreux objets définis par de nombreuses dimensions, nous permettant ainsi d’obser-
ver le comportement de notre méthode & grande échelle. Les méthodes mises en ceuvre
dans ce cadre sont présentées dans la section 6.2.

Nous présentons tout d’abord les résultats obtenus par une méthode de classifica-
tion supervisée basée sur la transformation des documents XML sous forme d’attributs-
valeurs, et sur ’ensemble des jeux de données proposés : inex-s correspond & un jeu de
données réel d’articles scientifiques organisés selon différents formats; m-db-s-0 corres-
pond & un jeu de données créé i partir de bases de données réelles concernant les descrip-
tions de nombreux films, répartis en 11 groupes dépendant de la structure utilisée pour
présenter ces films; les jeux de données m-db-s-1, m-db-s-2 et m-db-s-8 correspondent
& des versions de plus en plus bruitées du jeu de données m-db-s-0. Le tableau 7.3
mountre le nombre d’objets utilisés en apprentissage et en test pour chacun de ces jeux
de données.

jeu de données | nombre d’objets d’apprentissage | nombre d’objets test
inex-s 6057 6053
m-db-s-0 3866 4816
m-db-s-1 4846 4815
m-db-s-2 4845 4816
m-db-s-3 4843 4818

TAB. 7.3 — Nombre d’objets des jeux de données de documents XML.

Nous présentons ensuite les résultats obtenus en clustering par ’adaptation de SuSE
au cas des données XML, ainsi que les résultats obtenus en classification supervisée par
I’adaptation de SuSE au cas des données XML dans le cadre supervisé. En particulier,
nous montrons l'efficacité de ces méthodes dans ’objectif de présenter les résultats
obtenus dans un format compréhensible par I'utilisateur.
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En classification supervisée, un ensemble de données étiquetées servant d’ensemble
d’apprentissage est d’abord fourni pour la construction du modéle, puis des données
non étiquetées servant d’ensemble de test sont fournies pour évaluer le modéle. Les
différentes mesures utilisées pour évaluer les résultats sont alors les micro-rappel et
macro-rappel, présentées dans [Denoyer et al., 2006], qui doivent étre maximisées pour
optimiser les résultats.

En classification non supervisée, seules des données sans étiquette sont fournies. Les
clusters ciblés étant connus, des mesures de la qualité externe du clustering proposé sont
alors utilisées pour évaluer les résultats. Ces mesures, présentées dans [Denoyer et al.,
2006], sont la micro pureté, la macro pureté, la micro entropie, la macro entropie et
I'information mutuelle. Les deux premiéres mesures ainsi que la cinquiéme doivent étre
maximisées pour optimiser la correspondance entre les résultats produits par le cluste-
ring et les résultats attendus. A linverse, les mesures d’entropie doivent étre minimisées
pour optimiser les résultats obtenus.

Tout d’abord, le tableau 7.4 présente le nombre de nouveaux attributs générés lors
de la transformation (telle que décrite dans la section 6.2) des arbres XML en attributs-
valeurs pour chaque jeu de données. Nous pouvons dés lors observer que de trés grandes
quantités de nouveaux attributs sont générées par cette méthode. En particulier, le
nombre d’attributs représentant I’ensemble des chemins dans les arbres est trés impor-
tant.

nombre | nombre de | nombre de | nombre de | nombre
jeu de données de relations relations positions de total
labels pére-fils fréres des nceuds | chemins
inex-s 150 1038 827 2475 3674 8164
m-db-s-0 197 2172 419 6575 320 9683
m-db-s-1 197 6477 5617 9159 16772 | 38222
m-db-s-2 196 8953 7455 9183 25628 | 51415
m-db-s-3 199 10639 9557 8537 37576 | 66508

TAB. 7.4 — Nombre d’attributs générés pour chaque jeu de données XML.

Nous avons exécuté ’algorithme C5 [Quinlan, 2004] boosté 10 fois sur ces jeux de
données. Cependant, comme le nombre d’attributs s’est révélé trop important pour C5
dans le cas des jeux de données m-db-s-2 et m-db-s-3, nous avons exclu les attributs
représentant les chemins dans les arbres pour ces jeux de données. Les taux d’erreur
obtenus en exécutant dix validations croisées sur ’ensemble des jeux de données sont
présentés dans le tableau 7.5 qui montre que cette méthode obtient des taux d’erreur tout
& fait raisonnables, motivant par 1a méme l’'intérét d’utiliser de telles transformations
d’arbres XML en attributs-valeurs.

Le tableau 7.6 reporte ensuite les micro-rappel et macro-rappel calculés sur les jeux
de test fournis lors du challenge. Les résultats montrent donc la robustesse de notre
méthode en présence de bruit dans les données, puisque les taux d’erreur restent stables
pour l'ensemble des jeux de données m-db-s. Ces résultats sont les meilleurs obtenus
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jeu de données | taux d’erreur
inex-s 1.1%
m-db-s-0 2.6%
m-db-s-1 3.8%
m-db-s-2 6.2%
m-db-s-3 6.2%

TAB. 7.5 — Taux d’erreur de C5 boosté sur les jeux de données XML transformés en
attributs-valeurs.

lors du challenge, réunissant neuf participants pour cette tache.

jeu de données | micro-rappel | macro-rappel
inex-s 0.941 0.958
m-db-s-0 0.968 0.960
m-db-s-1 0.966 0.956
m-db-s-2 0.942 0.932
m-db-s-3 0.947 0.935

TAB. 7.6 — Micro-rappel et macro-rappel de C5 boosté sur les jeux de tests XML trans-
formés en attributs-valeurs.

En ce qui concerne la méthode de clustering que nous avons adaptée pour faire
face au cas des données XML, présentée dans la section 6.2, nous avons observé que,
pour le jeu de données m-db-s-0 par exemple, la méthode a correctement identifié les
classes numérotées de 1 3 5; elle a mélangé les classes 7 et 9; et les classes restantes ont
également été mélangées. Les différentes mesures calculées lors du challenge ont alors
mené 3 une micro pureté de 0.78, une macro pureté de 0.75, une micro entropie de 0.18,
une macro entropie de 0.21, et une information mutuelle de 1.87 sur les données de test.
Ces résultats faisaient également partie des meilleurs, classant la méthode deuxiéme sur
six participants pour cette tache.

Par ailleurs, la hiérarchie formée, présentée par la figure 7.21, met en avant la ca-
pacité de notre méthode & fournir un résultat interprétable. R4, R6, R7 et R10 corres-
pondent & des régles définies sur 10 attributs :

— R4 est définie sur des attributs représentant les relations fréres dans les arbres;

— R6 est définie sur des attributs représentant les labels des arbres;

— R7 et R10 concernent le nombre de fils associés a différentes positions de noeuds

dans les arbres.
Enfin R11 correspond & tester si le nombre de chemins (BE-AL-AT) dans les arbres est
inférieur ou égal & 1, et s’il n’y a aucun chemin (BE-AL-AT-AR).

L’adaptation de notre méthode & ’apprentissage supervisé a également mené & des
résultats trés intéressants. L’arbre de décision obtenu dans ce cas est présenté par la
figure 7.22. Nous observons alors que le résultat produit est tout a fait compréhensible.
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Fi1G. 7.21 — Arbre de décision obtenu par le clustering du jeu de données m-db-s-0.
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F1a. 7.22 — Arbre de décision obtenu en classification supervisée sur le jeu de données
m-db-s-0.
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— 52, 53, S4 et S5 représentent des tests probabilistes sur des modeéles basés sur
les relations fréres des arbres, concernant respectivement les classes 2, 3, 4 et 5;

— P6 et P11 représentent des tests probabilistes sur des modéles basés sur les che-
mins dans les arbres, concernant les classes 6 et 11;

— et Nb(0.0.0) indique le nombre de fils du premier petit-fils de la racine de I’arbre.

Ainsi, par exemple, ’appartenance & la classe 1 ne dépend que de la présence du
label nommé mowie. Et de la méme fagon, I’appartenance & la classe 8 ne dépend que de
I’absence des labels movie, CL, BJ, AJ, et de la présence d’une relation pére-fils entre
les labels AT et AQ.

Le taux d’erreur d’un tel arbre de décision en validation croisée sur ’ensemble d’ap-
prentissage du challenge est de 3%, ce qui correspond & trés peu d’erreurs de classifi-
cation & 'exception de plusieurs mélanges entre les classes 6 et 11. Sur les données de
test du challenge, les résultats de cette méthode sont aussi tout a fait intéressants, avec
un micro-rappel de 0.906 et un macro-rappel de 0.924, menant & classer la méthode
cinquiéme sur neuf participants, mais celle-ci se distinguant des autres par sa capacité
& présenter un résultat interprétable & 1'utilisateur.

7.3 Bilan

Dans la premiére partie de ces expérimentations sur des données artificielles, nous
avons pu observer le bon comportement des méthodes de subspace clustering que nous
avons proposées, Tuareg étant tout a fait efficace dans certains cas d’application par-
ticuliers out I’hypothése de séparabilité des clusters sur au moins une dimension de
description est respectée, alors que SuSE est capable d’identifier les clusters présents
dans les données méme quand cette hypothése n’est pas vérifiée, mais nécessite pour
cela un temps d’exécution plus important.

Dans la seconde partie de ces expérimentations portant sur différents types de don-
nées réelles, nous avons pu observer la pertinence des résultats fournis par SuSE, ainsi
que l'intérét de la méthode de visualisation graphique des résultats que nous avons
proposée. Nous avons également pu constater sa capacité a faire face a de larges bases
de données bruitées et & fournir en sortie des résultats facilement interprétables par
I'utilisateur.

Ces bons résultats ne permettent cependant pas de généraliser I'intérét de SuSE a
n’importe quel cas d’application. Ces expériences ne permettent pas non plus de mettre
en avant sa supériorité face & d’autres méthodes de clustering existantes. Face a cette
difficulté dans 1’évaluation de l’intérét des méthodes de clustering, nous consacrons la
partie suivante & cette problématique, et proposons une nouvelle méthode d’évalua-
tion plus globale, objective et quantitative que les méthodes existantes, et montrons
expérimentalement son intérét.
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Chapitre 8

Evaluation en cascade

Ce chapitre se place dans le cadre de ’évaluation des résultats d’algorithmes de
clustering, et de la comparaison de tels algorithmes. Dans la section 2.5, nous avons
présenté les différentes techniques existantes pour effectuer de telles évaluations, et
nous avons mis en avant leurs limitations.

La critique principale que I’on peut faire & ces techniques est que les résultats obtenus
ne peuvent étre généralisés a différents cas d’application. En effet, que ’évaluation soit
effectuée & partir de données artificielles, ou & partir de données réelles et a I'aide d’un
expert, les résultats obtenus ne peuvent étre généralisés & différents types de données
réelles. De plus, dans le cas de données réelles, s’il est possible pour un expert d’indi-
quer si un résultat donné a du sens, il est beaucoup plus problématique de préciser si
un résultat est meilleur qu'un autre, ce qui empéche la comparaison entre différentes
méthodes de clustering. Enfin, aucun critére de la qualité interne d’un clustering ne peut
étre considéré comme pertinent dans n’importe quel cas d’application car les propriétés
des données et les critéres d’intérét du clustering peuvent varier d’une application &
I’autre.

Nous proposons donc dans ce chapitre une nouvelle méthode d’évaluation et de
comparaison des résultats d’algorithmes de clustering que nous appelons évaluation en
cascade [Candillier et al., 2006a], et nous justifions son intérét, en montrant en particulier
que, contrairement aux méthodes existantes, I’évaluation dans ce cadre est alors plus
globale, objective, et quantitative.

8.1 Présentation générale

Le risque principal dans ’évaluation d’une méthode de clustering est de considérer
celle-ci comme un but en soi. En fait, ce que I’on cherche & évaluer est la capacité d'une
méthode de clustering & identifier de I'information nouvelle, intéressante et utile, c’est-
a-dire une connaissance nouvelle qu’il est intéressant d’utiliser dans un certain cadre.
Nous attendons également que la méthode soit capable d’identifier de telles informations
intéressantes sur différents types de problémes.

L’idée principale de notre approche est donc de considérer le clustering comme un
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prétraitement & une autre tdche que nous sommes capables d’évaluer : 'apprentissage
supervisé par exemple. La nouvelle méthode d’évaluation que nous proposons consiste
a comparer les résultats d’un algorithme supervisé lorsqu’il est (ou pas) aidé par de
I’information issue d’un algorithme de clustering. Ainsi, si les résultats de 1’algorithme
supervisé sont améliorés lorsqu’il utilise de I'information issue d’un algorithme de clus-
tering, alors nous estimons que cela signifie que cette information est nouvelle et utile.

Cette méthode nous permet donc d’évaluer objectivement l'intérét de l'information
apportée par ’algorithme de clustering. De plus, la diminution de l'erreur de I’algorithme
supervisé aidé par 'information issue des résultats du clustering nous permet également
de quantifier cet intérét.

Notre méthode se place dans le cadre de la combinaison de classifieurs, celle d’une
méthode supervisée et d’'une méthode non supervisée dans notre cas. Plusieurs facons
de combiner différents classifieurs par des votes peuvent étre trouvées dans [Ali and
Pazzani, 1996], les deux méthodes de vote les plus reconnues étant le bagging [Breiman,
1996a| et le boosting |Freund and Schapire, 1996]. Quelques généralisations théoriques
de ces techniques ont également été étudiées, menant aux arcing classifiers [Breiman,
1996b], aux méthodes d’ensemble [Dietterich, 2000] et aux leveraging methods [Meir and
Rétsch, 2003].

Nous nous focalisons ici sur les techniques qui utilisent différents apprenants de
maniére séquentielle. Dans de telles méthodes, la sortie d’un apprenant est un enrichis-
sement de la description des exemples qui est ensuite utilisé par "apprenant suivant.
Dans ce cadre, la stacked generalization [Wolpert, 1992] est une méthode trés générale
dans laquelle différents traitements sont enchainés : chaque traitement modifie la repré-
sentation des exemples, et le nouveau jeu de données enrichi est utilisé par le niveau
suivant.

La cascade generalization [Gama and Brazdil, 2000] est un cas particulier de stacked
generalization : & chaque niveau, un classifieur est appliqué sur chaque exemple T;,
fournissant la probabilité p(c|T;) que T; appartienne a la classe c¢; ces probabilités sont
ensuite ajoutées a la description des exemples et utilisées par le classifieur suivant.
La cascade generalization permet de combiner plusieurs classifieurs mais en pratique,
seulement deux classifieurs sont utilisés.

Enfin, nous considérons également le cas ol un apprenant supervisé et un apprenant
non supervisé sont combinés comme proposé dans [Apte et al., 2002]. Dans ce cas, plu-
sieurs clusterings sont exécutés en faisant varier les paramétres d’entrée de la méthode
(par exemple le nombre de groupes recherchés), menant ainsi a différentes partitions de
I’ensemble des objets. Pour chaque partition, plusieurs apprentissages supervisés sont
menés indépendamment sur les différents groupes d’objets formés. Et finalement, la
partition ayant mené au taux d’erreur le plus faible est conservée.

Basée sur ce principe d’enchainer en cascade un apprenant non supervisé et un
apprenant supervisé, puis de calculer la diminution du taux d’erreur de l’apprenant
supervisé lorsqu’il est aidé par 'information issue de ’apprenant non supervisé, la nou-
velle méthode d’évaluation d’algorithmes de clustering que nous proposons s’appelle
évaluation en cascade.
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8.2 Nouvelle méthodologie d’évaluation

Etant donné un jeu de données initial contenant des informations de classes, les
étapes principales de la méthode que nous proposons sont les suivantes :

1. apprentissage 1 :
— apprentissage supervisé sur le jeu de données initial.

2. apprentissage 2 :
— clustering sur le jeu de données en ignorant les informations de classes;
— enrichissement du jeu de données a partir des résultats du clustering;
— apprentissage supervisé sur le jeu de données enrichi.

3. comparaison des résultats des deux classifieurs appris.

Comme nous l'avons évoqué précédemment, nous envisageons deux fagons d’enrichir
les jeux de données a partir des résultats du clustering. La premiére consiste & créer de
nouveaux attributs représentant I'information capturée par le clustering, et a ajouter ces
nouveaux attributs dans le jeu de données initial. La seconde est de créer des sous-jeux
de données en fonction des groupes formés par le clustering.

Concernant les nouveaux attributs créés depuis les résultats du clustering dans le
cas de la premiére méthode, différents types d’informations peuvent étre ajoutés.

1. Etant donné que la plupart des algorithmes de clustering fournissent en sortie
une partition de I’ensemble des objets, nous pouvons utiliser comme nouveaux
attributs ’appartenance des objets aux clusters. Cette information serait ainsi
représentée par un nouvel attribut catégoriel, chaque objet étant associé & un
identifiant du cluster auquel il appartient.

2. On peut également associer a chaque objet un ensemble d’attributs représentant
le centre du cluster auquel il est associé. Le nombre d’attributs du jeu de données
serait ainsi doublé.

3. Dans le cas du subspace clustering, nous pouvons également associer & chaque
objet un nouvel attribut numérique par attribut initial correspondant au poids
de cet attribut pour le cluster auquel I'objet appartient. Un tel nouvel attribut
permettrait de différencier les objets pour lesquels un attribut donné est pertinent
des autres objets pour lesquels cet attribut n’est pas pertinent (selon les résultats
du subspace clustering).

4. La probabilité d’appartenance de chaque objet & chaque cluster peut également
constituer une nouvelle information a ajouter lorsque des modéles probabilistes
sont utilisés. Si ce n’est pas le cas, alors la distance de chaque objet & chaque
cluster peut étre calculée puis ajoutée & leur description.

5. Les valeurs minimum et maximum des coordonnées des membres de chaque cluster
sur chaque attribut peuvent aussi étre utilisées pour enrichir les jeux de données.
Autrement dit, & chaque objet serait alors associé I’ensemble des valeurs définissant
le moindre généralisé du cluster auquel il appartient, et le nombre d’attributs du
jeu de données serait ainsi triplé.
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Par ailleurs, comme la plupart des algorithmes de clustering nécessitent de spécifier
différents parameétres en entrée, nous pouvons exécuter ces algorithmes pour différentes
valeurs de parameétres, et enrichir les jeux de données pour chaque résultat de clustering.
En particulier, de nombreuses méthodes de clustering nécessitent de spécifier le nombre
de clusters recherchés. Dans ce cas, nous pouvons exécuter la méthode plusieurs fois
en faisant varier le nombre de clusters entre 2 et 10 par exemple, et cumuler tous
les attributs produits dans la nouvelle description des exemples. L’algorithme supervisé
utilisé ensuite pourrait alors choisir quel(s) attribut(s) utiliser parmi tous ceux produits.

Dauns le cas de la seconde méthode de combinaison proposée, nous générons dans un
premier temps plusieurs partitions avec différents paramétres d’entrée. Puis nous calcu-
lons les erreurs en validation croisée d’apprenants supervisés exécutés indépendamment
sur chaque groupe d’objet créé par le clustering. Et finalement, la partition ayant mené
au taux d’erreur le plus faible est conservée.

La figure 8.1 résume les étapes principales de cette méthodologie :

1. diviser le jeu de données en deux parts égales : un ensemble d’apprentissage Ap~
et un ensemble de test Te™ ;

2. exécuter plusieurs fois le clustering, avec différents paramétres d’entrée et en igno-
rant les informations de classes, et produire les ensembles d’apprentissage Ap™ et
de test Te™, enrichissements des ensembles Ap~ et Te™ ;

3. lancer 'apprentissage supervisé sur I’ensemble d’apprentissage Ap~ et produire le
classifieur C~ ;

4. lancer I’apprentissage supervisé sur I’ensemble d’apprentissage enrichi Ap™ et pro-
duire le classifieur ' ;

5. lancer la classification sur ’ensemble test T'e™ & partir du classifieur C~ ;
6. lancer la classification sur l’ensemble test T'e™ & partir du classifieur C*

7. et comparer les erreurs de classification.

Pour évaluer 'amélioration des résultats avec ou sans les nouvelles informations
fournies par un algorithme de clustering évalué, nous testons les deux méthodes (’ap-
prentissage supervisé sur les données initiales et ’apprentissage supervisé sur les données
enrichies) sur différents jeux de données indépendants. Sur chaque jeu de données, nous
faisons cinq validations croisées avec découpage du jeu de données en deux, comme
proposé dans [Dietterich, 1998]. Pour chaque validation croisée, nous calculons les taux
d’erreur pondérés des deux méthodes. Puis nous utilisons quatre mesures pour comparer
les résultats :

1. nb vict : le nombre de victoires de chaque méthode;

2. wict sign : le nombre de victoires significatives, en utilisant le 5x 2cv F-test [Al-
paydin, 1999| pour vérifier si les résultats sont significativement différents;

3. wilcozon : le wilcoron signed rank test, qui indique si une méthode est significati-
vement meilleure qu’une autre sur un ensemble de problémes indépendants ;

4. et moyenne : I'erreur pondérée moyenne.
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Fic. 8.1 — Méthodologie d’évaluation de l'intérét d’ajouter & un jeu de données de
I’information provenant d’un algorithme de clustering.
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Pour effectuer ces comparaisons, C4.5 [Quinlan, 1993] comme apprenant supervisé
est bien adapté car, comme il a tendance & utiliser un minimum d’attributs pendant
I’apprentissage et fournit en sortie un arbre de décision ou 'on peut observer quels
attributs ont été utilisés et a quels niveaux ils ont été utilisés, il met clairement en
avant si les nouvelles informations issues du clustering sont utiles ou non. De plus,
il a également ’avantage d’étre rapide et d’étre capable de considérer des attributs
catégoriels aussi bien que numériques. Dans un premier temps, c’est donc cet algorithme
supervisé qui sera utilisé, mais dans la suite, d’autres seront considérés afin d’observer
si les résultats de nos évaluations sont dépendants de ’algorithme supervisé utilisé.

8.3 Exemple d’utilisation

Le jeu de données wine issu de I’'UCI Machine Learning Repository [Blake and Merz,
1998] contient la description de 178 vins définis par 13 attributs numériques. Trois types
de vins, qui représentent les classes, sont présents dans la base.

Lorsque C4.5 est appliqué sur ce jeu de données, ’arbre de décision obtenu est celui
présenté par la figure 8.2. On observe alors que les attributs sélectionnés par C4.5 sont
ColorIntensity, Flavanoids et Proline.

/ .\
ColorIntensity < 3.4 ColorIntensity > 3.4

/N

Flavanoids < 1.64  Flavanoids > 1.64

/ N\

@ Proline < 720  Proline > 720

® 0

Fi1c. 8.2 — Arbre de décision appris par C4.5 sur le jeu de données wine.

Lorsque I’on utilise SuSE pour ajouter de l'information au jeu de données, nous
obtenons ’arbre de décision présenté par la figure 8.3. On observe alors que C4.5 a utilisé
tout en haut de ’arbre de décision qu’il a construit I'un des attributs créés par notre
méthode : celui qui se réferre & ’appartenance des objets aux clusters lorsque le nombre
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de clusters est positioné & 3. L’autre attribut utilisé est ColorIntensity, également utilisé
par C4.5 sur le jeu de données initial.

Cluster = C} Cluster = Cj Cluster = Cy

N

@ ColorIntensity < 3.58 ColorIntensity > 3.58

® ®

F1G. 8.3 — Arbre de décision appris par C4.5, aprés ajout d’information par SuSE, sur
le jeu de données wine.

Si I'on reprend la méthode de visualisation graphique des régles associées aux clus-
ters présentée dans la section 5.7, on s’apercgoit que la meilleure projection en deux
dimensions sélectionnée concerne les attributs Flavanoids et Proline, qui correspondent
aux deux autres attributs utilisés dans 'arbre de décision appris par C4.5 initialement.
La figure 8.4 montre cette projection.

Finalement, nous observons donc sur cet exemple une correspondance forte entre
I’arbre de décision appris par C4.5 sur le jeu de données wine initial, et 'arbre de
décision appris par C4.5 sur le jeu de données wine enrichi par les résultats du clustering
appris par SuSE.

De plus, nous pouvons remarquer que l'attribut ajouté par notre méthode est utilisé
par C4.5 dés le début de la construction de l'arbre de décision. Nous sommes donc 1&
en présence d'un exemple ot C4.5 a utilisé 'information provenant des résultats du
clustering & un haut niveau dans l’arbre de décision qu’il construit. Il semble donc qu’il
spécialise ici son traitement selon les différentes zones créées par SuSE dans ’espace
de description des objets.

Une autre interprétation possible de ce résultat est que le nouvel attribut créé aide
C4.5 & définir des zones de décision plus complexes. En effet, utiliser le nouvel attribut
ajouté par SuUSE correspond en fait & effectuer un test sur plusieurs attributs simulta-
nément, alors que C4.5 seul ne peut utiliser & un nceud de ’arbre qu’un attribut a la
fois, et que cela peut étre difficile pour lui de trouver I’enchainement de tests équivalent.
Notons d’ailleurs a ce niveau que comme SuSE est capable de caractériser ’apparte-
nance d’'un objet & un cluster de maniére compréhensible a l'aide de régles définies par
un minimum d’attributs pertinents, le combiner avec C4.5 reste tout & fait approprié a
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I’objectif de C4.5 de fournir en sortie un résultat interprétable.

Ensuite, lorsque l'on calcule ’erreur de classification des deux arbres sur les données
de test, ’arbre initial a un taux d’erreur de 5/89 alors que l’arbre construit avec I’aide de
SuSE a un taux d’erreur de seulement 3/89. Les erreurs de l’arbre initial correspondent
4 une erreur ol un élément de la classe 1 a été associé a la classe 2, et quatre erreurs ot
des éléments de la classe 2 ont été associés a la classe 3. D’autre part, les erreurs associées
au second arbre correspondent & une erreur ol un élément de la classe 1 a été associé
& la classe 2, et deux erreurs ou des éléments de la classe 2 ont été associés a la classe
3. La méthode a donc aidé a différencier les classes 2 et 3. Ceci semble donc confirmer
notre intuition que les nouveaux attributs ajoutent au probléme des informations de
plus haut niveau.

8.4 Bilan

L’objectif de la nouvelle méthode d’évaluation d’algorithmes de clustering que nous
proposons consiste & évaluer la capacité de ces algorithmes & fournir de ’information
nouvelle et utile. Contrairement aux méthodes existantes d’évaluation, qui sont basées
sur certaines notions prédéfinies de la qualité d’un clustering, notre méthode est moins
subjective car elle ne présuppose qu'un objectif général d’extraction de connaissances
au clustering.

Nous considérons pour cela le clustering comme un prétraitement & une autre tache
que nous sommes capables d’évaluer. Nous avons considéré ici la tache d’apprentissage
supervisé, mais nous pensons que d’autres tidches peuvent également étre envisagées,
comme celle par exemple d’indexer automatiquement des bases de données OLAP afin
d’aider au traitement efficace de requétes sur de telles bases.

Afin de vérifier I'intérét général de notre méthode d’évaluation, nous nous devons
de vérifier que les résultats que nous obtenons ne sont pas dépendants de I'algorithme
supervisé et de la méthode de combinaison d’algorithmes supervisés et non supervisés
utilisés. C’est pourquoi dans le chapitre suivant présentant les résultats que nous avons
obtenus avec cette nouvelle méthode d’évaluation, nous avons considéré les deux mé-
thodes de combinaison d’algorithmes supervisés et non supervisés présentées, ainsi que
différents algorithmes supervisés :

1. C4.5 [Quinlan, 1993], qui est basé sur l'utilisation d’arbres de décision ;

2. C5 boosté [Quinlan, 2004], qui combine plusieurs classifieurs basés sur les arbres
de décision ;

3. DLG [Webb and Agar, 1992], qui est basé sur 'utilisation de moindres généralisés ;

4. et SVM multi-classes [Tsochantaridis et al., 2005|, qui utilise des combinaisons
d’attributs pour définir des zones de séparation entre les données.






Chapitre 9

Expérimentations en cascade

Nous présentons dans ce chapitre les résultats des comparaisons de plusieurs algo-
rithmes de clustering par la méthode d’évaluation en cascade que nous avons décrite
dans le chapitre précédent :

1. Aléa, un algorithme qui génére des partitions aléatoires, prenant en entrée le
nombre de clusters recherchés, et servant de référence;

2. Talgorithme K-means, présenté dans la section 3.2;

3. LAC [Domeniconi et al., 2004], détaillé en annexes B.3.5, qui étend K-means au
subspace clustering en associant & chaque centroide de cluster un poids sur chaque
dimension inversement proportionnel & la dispersion des membres du cluster sur
la dimension ;

4. SSC, la méthode de clustering statistique présentée dans le chapitre 5 basée sur
I’hypothése d’indépendance des dimensions;

5. et SuSE, également présentée dans le chapitre 5, et qui étend SSC en sélec-
tionnant pour chaque cluster le sous-ensemble des attributs qui lui correspond le
mieux.

Les algorithmes comparés ici utilisent donc des modéles ayant des niveaux de com-
plexité différents. En effet, K-means utilise uniquement un centroide pour représenter
un cluster. LAC ajoute & chaque centroide un vecteur de poids sur chaque dimension de
I’espace de description. SSC définit une probabilité d’appartenance de chaque objet &
chaque cluster et utilise un modéle gaussien (K-means et LAC n’étant pas capables de
gérer les attributs catégoriels, nous ne considérerons dans ce chapitre que des données
décrites par des attributs numeériques). Et SuSE considére également un sous-ensemble
des dimensions pertinentes associées & chaque cluster.

Tous ces algorithmes nécessitent de spécifier le nombre K de clusters recherchés.
Comme nous en avons discuté lors de la présentation de la méthode d’évaluation en
cascade dans le chapitre précédent, nous exécuterons donc plusieurs fois ces algorithmes
en faisant varier K entre 2 et 10.

Parmi les cing ensembles d’attributs qui peuvent étre ajoutés aux jeux de données
initiaux par la premiére méthode de combinaison proposée, seuls les trois premiers
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sont utilisés dans ces expérimentations, parce que le quatriéme ensemble dégrade les
résultats et que le cinquiéme ne semble pas ajouter d’information supplémentaire. Or
en n’utilisant pas ces deux ensembles d’attributs, nous réduisons la taille des jeux de
données enrichis, ce qui permet de fournir aux apprenants supervisés des données moins
complexes.

Enfin, les jeux de données étiquetés utilisés sont ceux issus de I’UCI Machine Lear-
ning Repository [Blake and Merz, 1998| qui ne contiennent que des données numériques.

9.1 Résultats initiaux

Le tableau 9.1 présente les taux d’erreurs pondérés de C4.5 sur les jeux de données
initiaux de I’UCI, puis sur les jeux de données enrichis par les algorithmes de clustering
correspondants. Chaque mesure correspond & une moyenne sur cing validations croisées
avec découpage du jeu de données en deux. A chaque exécution, toutes les méthodes
sont confrontées au méme ensemble d’apprentissage et évaluées sur le méme ensemble
de test. Les valeurs en gras correspondent au taux d’erreur minimum obtenu sur chaque
jeu de données.

C4.5 | C4.5 C4.5 C4.5 C4.5 C4.5

seul | + Aléa | + K-means | + LAC | + SSC | + SuSE
ecoli | 48.5 48.3 42.8 40.3 42 43.1
glass | 32.6 | 40.8 35.7 37 40.4 34.9
image | 4.8 6 4.8 4.6 4.6 4.6
iono 14.1 15.8 14.2 13.1 9.8 11.2
iris 7.3 7.9 6.7 3.7 5.1 4.7
pima 31 35 32.1 32.1 30.8 30
sonar 31 35.2 30 28.8 28.8 27.2
vowel | 29.5 38.5 25 26.4 24.1 22.2
wdbc | 5.9 6.8 4.6 3.9 5.1 3.1
wine | 8.7 8.8 10.4 9.6 2.7 3.6

TAB. 9.1 — Taux d’erreur pondéré (en %) de C4.5 seul et C4.5 enrichi par les algorithmes
de clustering.

Nous pouvons ainsi observer que la plupart du temps, les résultats de C4.5 sont
améliorés lorsque des informations sont ajoutées & partir des résultats d’algorithmes de
clustering réels alors qu’ils se dégradent lorsque le clustering aléatoire est utilisé. De
plus, les résultats obtenus & ’aide de SSC et de SuSE sont souvent meilleurs que les
résultats obtenus avec K-means et LAC.

Nous utilisons ensuite le §x 2cv F-test [Alpaydin, 1999] pour évaluer si les résultats
de deux algorithmes supervisés (dans notre cas le méme algorithme, mais exécuté une
fois sur le jeu de données initial, puis une seconde fois sur le jeu de données enrichi
par le clustering) sont significativement différents. Le tableau 9.2 reporte ces tests entre
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C4.5 seul et C4.5 enrichi par les algorithmes de clustering correspondants. Elle utilise la
p-value associée au 5x 2cv-F test. Mais la mesure reportée est 1 moins la p-value. Ainsi,
une valeur de 0.01 pour SuSE sur le jeu de données wine signifie que la probabilité que
C4.5 aidé par SuSE surpasse C4.5 seul par hasard est de seulement 1%. Les valeurs en
gras correspondent aux améliorations considérées comme trés significatives, c’est-a-dire
inférieures & 0.05.

C4.5 C4.5 C4.5 C4.5 C4.5
+ Aléa | + K-means | + LAC | + SSC | + SuSE

ecoli 0.76 0.43 0.20 0.40 0.20
glass 0.12 0.33 0.57 0.24 0.33
image 0.24 0.61 0.61 0.54 0.67
iono 0.67 0.32 0.62 0.02 0.09
iris 0.53 0.81 0.65 0.43 0.22
pima 0.19 0.43 0.50 0.53 0.27
sonar 0.37 0.57 0.39 0.33 0.09
vowel 0.01 0.33 0.44 0.23 0.03
wdbc 0.46 0.25 0.04 0.63 0.02
wine 0.53 0.55 0.60 0.01 0.01

TaB. 9.2 — 1 - pvalue associée au 5x2cv F-test entre C4.5 seul et C4.5 enrichi par les
algorithmes de clustering.

Enfin, le tableau 9.3 présente un résumé des comparaisons entre C4.5 seul et C4.5
enrichi par les algorithmes de clustering correspondants. Rappelons les mesures utili-
sées :

— nb vict est le nombre de victoires de chaque méthode;

— wvict sign est le nombre de victoires significatives : le nombre de fois ol 'inégalité

(I — pvalue < 0.05) est vérifiée;

— wilcozon est le wilcoxon signed rank test : s'il est supérieur & 1.96, alors cela
signifie que 'algorithme de clustering a significativement aidé C4.5 & améliorer
ses résultats;

— et moyenne correspond a ’erreur pondérée moyenne (en %).

C4.5 | C4.5 C4.5 C4.5 C4.5 C4.5

seul | + Aléa | + K-means | + LAC | + SSC | + SuSE
nb vict - 1/9 5/4 7/3 9/1 9/1
vict sign | - 0/1 0/0 1/0 2/0 3/0
wilcoxon - -2.67 -0.05 1.31 1.83 2.56
moyenne | 21.3 24.3 20.6 20 19.3 18.5

TAB. 9.3 — Comparaison de C4.5 seul avec C4.5 enrichi par les algorithmes de clustering.
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SuSE est donc le seul algorithme de clustering qui améliore significativement les
résultats de C4.5 sur ’ensemble des jeux de données, selon le test de wilcoxon. C4.5 sur
le jeu de données enrichi par SuSE est significativement meilleur que C4.5 sur le jeu de
données initial sur trois jeux de données selon le 5x 2cv-F test. Mais comme SuSE, SSC
améliore les résultats de C4.5 neuf fois sur dix, contrairement & K-means et LAC. Tous
les algorithmes ameéliorent les résultats de C4.5 en moyenne, sauf le clustering aléatoire.
Et lorsque C4.5 est combiné avec des algorithmes de clustering basés sur des modéles
plus complexes, alors les taux d’erreur sont plus faibles et les améliorations sont plus
significatives que lorsqu’il est combiné avec des algorithmes de clustering utilisant des
modéles moins complexes.

9.2 Changements d’algorithmes supervisés

Des expérimentations avec cette méthode de combinaison d’algorithmes supervisés et
non supervisés ont également été menées en utilisant deux autres algorithmes supervisés,
afin d’observer si les résultats ne sont pas dépendants de l'algorithme supervisé utilisé :

1. C5 boosteé 10 fois [Quinlan, 2004], pour observer si les informations ajoutées par le
clustering aident également les méthodes qui combinent déja plusieurs classifieurs ;

2. et DLG [Webb and Agar, 1992], une méthode basée sur l'utilisation de moindres
généralisés, qui permet donc de considérer plusieurs attributs simultanément pour
séparer les données, contrairement aux arbres de décision qui n’utilisent qu’un
attribut a la fois.

Les expérimentations menées avec ’algorithme supervisé SVM multi-classes [Tso-
chantaridis et al., 2005], qui utilise des combinaisons d’attributs pour définir des zones
de séparation entre les données, sont reportées & la section suivante car la gestion des
attributs catégoriels par cette approche n’est pas aussi naturelle que pour C5 et DLG.

Les tableaux 9.4 et 9.5 présentent les taux d’erreur pondérés calculés dans ces deux
cas. Il est alors trés intéressant de remarquer que, malgré l'utilisation de différents
algorithmes supervisés, les méthodes qui minimisent le taux d’erreur en validaton croisée
sur les différents jeux de données restent les mémes. En particulier, SSC et SuSE
surpassent encore K-means et LAC dans la grande majorité des cas.

Les tableaux 9.6 et 9.7 résument les comparaisons d’algorithmes de clustering selon
I’algorithme supervisé utilisé. Il est de nouveau intéressant de noter que ’ordre dans
lequel les méthodes de clustering sont rangées reste le méme quel que soit 1'algorithme
supervisé utilisé. Par contre, d’autres méthodes que SuSE deviennent significativement
meilleures que l'algorithme supervisé correspondant seul. C’est par exemple le cas de
SSC lorsque C) est utilisé.

9.3 Changements de méthode de combinaison

Les tests ont également été menés en utilisant la seconde méthode de combinai-
son d’algorithmes supervisés et non supervisés présentée, c’est-a-dire en utilisant des
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Ch Ch Ch Ch Ch Ch
seul | + Aléa | + K-means | + LAC | + SSC | + SuSE
ecoli | 44.9 45.2 42.6 39.9 43.5 43.1
glass | 33.9 | 43.8 35.7 37.8 35.6 344
image | 3.3 3.9 3.2 3 3 3
iono 8.3 9.2 8.5 9.2 6.6 7.8
iris 5.6 6.3 5.3 4.1 4.8 4.4
pima | 31.1 32.1 31.2 30.5 30.8 29.7
sonar | 25.8 28.2 25.7 24.3 21.6 21.3
vowel 16 21 14.9 15 15.3 14.5
wdbc 4.6 4.8 3.8 4.2 4.1 3.6
wine 7 7.7 6.8 7.2 2.9 3.7
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TAB. 9.4 — Taux d’erreur pondéré (en %) de C5 boosté seul et C5 boosté enrichi par
les algorithmes de clustering.

DLG | DLG DLG DLG DLG DLG
seul | + Aléa | + K-means | + LAC | + SSC | + SuSE
ecoli | 60.8 69.7 53.3 51.5 54.3 54.8
glass | 47.1 60.1 49.6 47.5 47.2 46.5
image | 9.8 14.2 9.7 9.1 9.1 8.9
iono | 22.5 32 18.9 21.2 12.9 15.4
iris 9.1 15.6 8 5.1 6.4 6.5
pima | 40.6 43.7 39.1 39.9 38.6 38.4
sonar | 45.5 45.9 43.5 42.9 40.8 38
vowel | 50.5 64.5 44.5 45 44 42.7
wdbc | 9.2 10.7 7.7 7.8 7.1 6.9
wine 18.5 22.1 18.1 16.3 6.9 8

TAB. 9.5 — Taux d’erreur pondéré (en %) de DLG seul et DLG enrichi par les algorithmes

de clustering.

Ch Ch Ch Ch Ch Ch

seul | + Aléa | + K-means | + LAC | + SSC | + SuSE
nb vict - 0/10 7/3 7/3 9/1 9/1
vict sign | - 0/0 0/0 0/0 0/0 0/0
wilcoxon | - -2.88 1.41 1.31 2.04 2.67
moyenne | 18 20.2 17.8 17.5 16.8 16.5

TAB. 9.6 — Comparaison de C5 boosté seul avec C5 boosté enrichi par les algorithmes

de clustering.
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DLG | DLG DLG DLG DLG DLG

seul | + Aléa | + K-means | + LAC | + SSC | + SuSE
nb vict - 0/10 9/1 9/1 9/1 10/0
vict sign - 0/2 1/0 2/0 2/0 2/0
wilcoxon - -2.88 2.15 2.77 2.77 2.88
moyenne | 31.4 37.9 29.2 28.6 26.7 26.6

TaB. 9.7 — Comparaison de DLG seul avec DLG enrichi par les algorithmes de clustering.

classifieurs locaux sur chaque groupe de données identifié par les algorithmes de cluste-
ring. Les tableaux 9.8 et 9.9 reportent les taux d’erreur obtenus lorsque C4.5 ou SVM
sont utilisés en tant qu’apprenants supervisés, et les tableaux 9.10 et 9.11 résument les
résultats.

C45 | C4.5 C4.5 C4.5 C4.5 C4.5
seul | + Aléa | + K-means | + LAC | + SSC | + SuSE
ecoli | 48.5 51.1 39.3 32.1 39.3 43.4
glass | 32.6 | 46.4 33.9 32.8 33.1 33.1
image | 4.8 6.8 4.8 4.8 4.3 4
iono 14.1 15.9 13.6 11.2 10.1 11.1
iris 7.3 7.6 5.5 3.1 4.9 4
pima 31 314 30.3 32.2 30.2 28.9
sonar | 31 32.9 26.5 24.5 25.4 22.3
vowel | 29.5 41.8 26.1 26.3 26 25
wdbc | 5.9 6.5 3.5 4 3.5 2.7
wine 8.7 7.5 104 10 2.2 3

TAB. 9.8 — Taux d’erreur pondéré (en %) de C4.5 seul et C4.5 enrichi par les algorithmes
de clustering selon la seconde méthode de combinaison.

Nous observons donc encore dans ces cas que, malgré 'utilisation d’une autre mé-
thode de combinaison d’algorithmes supervisés et non supervisés, 'ordre dans lequel
les méthodes de clustering sont rangées reste le méme. En particulier, SSC et SuSE
fournissent encore de meilleurs résultats que K-means et LAC.

Lorsque SVM est utilisé comme apprenant supervisé, K-means semble surpasser
LAC, mais ce résultat dépend fortement des mauvais résultats obtenus par LAC sur
le jeu de données ionosphere. Notons également que nous avons utilisé les parameétres
par défaut de SVM, parce que notre objectif ici n’est pas I’amélioration des résultats
d’algorithmes supervisés & 'aide d’algorithmes non supervisés, mais bien 1’évaluation
des algorithmes non supervisés a 'aide d’algorithmes supervisés. Donc méme si les
paramétres utilisés pour SVM ne sont pas optimisés, tous les algorithmes de clustering
sont mis au méme niveau car ils utilisent tous le méme algorithme supervisé.



Changements de méthode de combinaison

SVM | SVM SVM SVM SVM SVM
seul | + Aléa | + K-means | + LAC | + SSC | + SuSE
ecoli | 52.9 63.6 36.5 35.9 40.1 36.8
glass | 3.0 10.3 6.3 5.4 4.3 4.4
image | 4.9 7.8 4.7 4.5 4.4 4
iono | 20.2 23.3 15.5 18.9 13.9 14.6
iris 4.4 4.9 2.9 2.0 2.7 2.5
pima | 41.5 37.3 33.1 35 32 31.2
sonar | 28.4 30.3 22.2 20.2 18.1 17.8
vowel | 55.2 59.1 24.3 24.7 25.5 26.2
wdbc | 13.8 15.2 4 5.2 3.8 3.7
wine 6.8 9.3 6.8 6.8 2.5 3.3

C45 | C4.5 C4.5 C4.5 C4.5 C4.5

seul | + Aléa | + K-means | + LAC | + SSC | + SuSE
nb vict - 1/9 7/2 6/3 9/1 9/1
vict sign - 0/3 0/0 0/0 1/0 3/0
wilcoxon - -2.46 1.1 1.2 2.72 2.77
moyenne | 21.3 24.8 19.4 18.1 17.9 17.8

SVM | SVM SVM SVM SVM SVM

seul | + Aléa | + K-means | + LAC | + SSC | + SuSE
nb vict - 1/9 8/1 8/1 9/1 9/1
vict sign - 1/4 3/0 3/0 4/0 7/0
wilcoxon - -1.99 1.48 1.43 2.6 2.6
moyenne | 23.1 26.1 15.6 15.9 14.7 14.4
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TAB. 9.9 — Taux d’erreur pondéré (en %) de SVM seul et SVM enrichi par les algorithmes
de clustering selon la seconde méthode de combinaison.

TAB. 9.10 — Comparaison de C4.5 seul avec C4.5 enrichi par les algorithmes de clustering
selon la seconde méthode de combinaison.

TAB. 9.11 — Comparaison de SVM seul avec SVM enrichi par les algorithmes de cluste-
ring selon la seconde méthode de combinaison.
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Aléa | K-means | LAC | SSC | SuSE
ecoli | 0.352 | 0.792 0.776 | 0.781 | 0.776
glass | 0.364 0.565 0.557 | 0.532 | 0.568
image | 0.280 0.597 0.595 | 0.653 | 0.733
iono | 0.524 0.734 0.615 | 0.759 | 0.686

iris | 0.432 0.861 0.875 | 0.952 | 0.940

pima | 0.526 | 0.662 0.641 | 0.523 | 0.622
sonar | 0.535 | 0.584 0.564 | 0.545 | 0.556
vowel | 0.186 0.402 0.425 | 0.378 | 0.380
wdbc | 0.531 0.959 0.964 | 0.935 | 0.932
wine | 0.468 0.730 0.741 | 0.978 | 0.944

TAB. 9.12 — F-mesure calculant la correspondance entre les labels de clusters et les
labels de classes.

9.4 Bilan

Sur I’ensemble des expériences que nous avons menées avec la méthode d’évaluation
en cascade d’algorithmes de clustering que nous avons proposée, nous avons pu observer
que quels que soit l'algorithme supervisé et la méthode de combinaison d’algorithmes
supervisés et non supervisés utilisés, ’ordre dans lequel les méthodes de clustering
sont rangées reste le méme. Ce résultat montre donc la stabilité de cette méthode
d’évaluation.

En particulier, les expérimentations ont mis en avant le fait que les méthodes de
clustering basées sur l'utilisation de modéles plus complexes surpassent les méthodes
utilisant des modeles moins complexes. Ce résultat n’est pas surprenant mais montre le
comportement cohérent de notre méthode d’évaluation. Il met également en avant 1'in-
térét de la méthode de sélection d’attributs que nous avons proposée dans l'algorithme
SuSE puisque SuSE obtient de meilleurs résultats que SSC.

A titre de comparaison, les tableaux 9.12 et 9.13 reportent la F-mesure et I’ Entropie
(mesures de la qualité externe de partitions, présentées dans la section 2.6) calculées
entre les clusters obtenus par les différents algorithmes de clustering et les classes ini-
tiales des différents problémes, permettant d’évaluer leur correspondance. Les valeurs
en gras correspondent aux valeurs maximales obtenues sur chaque jeu de données pour
le tableau 9.12, et aux valeurs minimales pour le tableau 9.13.

La premiére observation que I'on peut faire & partir de ces deux tableaux est que les
deux mesures ne sont pas d’accord sur quelles méthodes de clustering ont la meilleure
correspondance entre les labels de clusters et les labels de classes sur chaque jeu de
données. De plus, nous pouvons remarquer qu’il n’y a pas de relation directe entre
les méthodes de clustering qui optimisent ces valeurs et celles qui aident le mieux les
méthodes supervisées & améliorer leurs performances.

Ainsi, nous mettons en avant le fait que notre méthode d’évaluation ne se contente
pas d’évaluer les correspondances obtenues par les différentes méthodes de clustering
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Aléa | K-means | LAC | SSC | SuSE

ecoli | 1.987 | 0.537 0.644 | 0.676 | 0.689
glass | 1.836 1.214 1.181 | 1.351 | 1.076
image | 2.542 1.368 1.431 | 0.952 | 0.922
iono | 0.900 0.509 0.671 | 0.251 | 0.377
iris | 1.345 0.134 0.091 | 0.149 | 0.153
pima | 0.925 0.776 0.784 | 0.739 | 0.746
sonar | 0.893 0.820 0.734 | 0.713 | 0.758
vowel | 3.319 | 2.016 2.039 | 2.100 | 2.127
wdbe | 0.929 | 0.125 0.220 | 0.136 | 0.153
wine | 1.364 0.688 0.727 | 0.133 | 0.044
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TAB. 9.13 — Entropie calculant la correspondance entre les labels de clusters et les labels

de classes.

entre les labels de clusters et les labels de classes, mais qu’elle capture bien la capacité

des méthodes de clustering & fournir des informations de plus haut niveau.

Enfin, de tels tableaux de mesures ne fournissent aucune information objective sur
I’intérét des méthodes de clustering, alors qu’avec la méthode d’évaluation que nous
proposons, nous pouvons observer dans quelle mesure les informations apportées par le
clustering sont utiles, et en particulier si ces nouvelles informations sont significatives.
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Conclusions et perspectives
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Articulées autour de la problématique de l'apprentissage non supervisé, ou cluste-
ring, nos recherches se sont finalement situées a plusieurs niveaux.

Face a la quantité importante d’applications et de méthodes différentes existant dans
ce cadre, nous avons tenté, dans la partie état de I’art de cette thése, de présenter un tour
d’horizon des méthodes les plus classiques en détaillant leurs atouts et faiblesses ainsi que
les cas d’application qui leur correspondent le mieux. Les tableaux de caractéristiques
des méthodes et le bilan de la partie permettent ainsi au lecteur qui recherche une
méthode de clustering pour un cas d’application particulier d’identifier la famille de
méthode la plus appropriée dans son cas.

Restreignant ensuite la recherche au cas ol ’apprentissage non supervisé est utilisé
dans un cadre d’extraction de connaissances, nous avons dans un premier temps étudié
comment présenter les résultats de maniére compréhensible a l'utilisateur, et nous nous
sommes alors naturellement tournés vers les régles qui se sont avérées tout & fait ap-
propriées dans ce cadre. Les résultats produits sont ainsi facilement interprétables par
I'utilisateur. Et les régles sont également des structures tout a fait appropriées pour ca-
ractériser les groupes présents dans les données dans de nombreux cas, et en particulier
lorsque des chevauchements existent entre groupes, comme dans les cas présentés dans
la figure 9.1 par exemple, alors que des représentations classiques comme les centres de
groupes ou des arbres de décision ne seront pas appropriés pour représenter les groupes
dans de tels cas.
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F1G. 9.1 — Intérét de P'utilisation de régles pour représenter les clusters.

Un autre avantage des régles est que leur manipulation permet des traitements
efficaces. Supposer l'indépendance entre dimensions permet d’accélérer la méthode, et
tester ’appartenance d’un objet & une régle, ou 'apparition de nouveaux objets dans
une régle lorsque l'une de ses clauses sur un attribut est supprimée, est plus rapide
qu’avec d’autres structures comme les ellipsoides par exemple.

Confrontés aux données réelles pouvant contenir de nombreux attributs non per-
tinents, nous nous sommes ensuite situés dans le cadre du subspace clustering, dont
I’'objectif est d’identifier non seulement les groupes présents dans les données, mais
également les sous-ensembles d’attributs spécifiques sur lesquels ces groupes sont dé-
finis. C’est le probléme de la contextualisation, dont la prise en compte s’inscrit par
ailleurs tout a fait dans ’objectif de description compréhensible des résultats puisqu’un
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ensemble réduit d’attributs est alors utilisé pour caractériser les groupes.

Recherchant d’autre part & mettre en ceuvre une méthode ne nécessitant aucune
connaissance a priori de la part de l'utilisateur, nous avons d’abord envisagé une mé-
thode divisive nommée Tuareg qui s’est révélée intéressante sur les différentes problé-
matiques que nous venons d’évoquer, mais limitée dans les cas ou un seul attribut ne
suffit pas pour différencier différents groupes. Nous nous sommes alors tournés vers les
méthodes basées sur 'utilisation de modeéles probabilistes, qui nous ont permis d’at-
teindre notre objectif en nous permettant de transformer le probléme difficile de la
spécification des paramétres inhérent & toute méthode de subspace clustering en pro-
bléme de sélection de modéle dans le cadre probabiliste. La méthode proposée, nommeée
SuSE, s’est ainsi révélée elle aussi tout a fait intéressante face aux différentes problé-
matiques évoquées, mais capable, elle, d’identifier des groupes méme si leurs différences
ne sont visibles que dans des espaces de dimensionalité supérieure & un.

Une méthode de visualisation graphique des régles produites nous a finalement per-
mis d’observer de facon tout a fait naturelle les spécificités des groupes identifiés ainsi
que leurs différences principales. Dans le cas de la figure 9.2 par exemple, on observe
ainsi aisément la présence de quatre groupes dans les données : 'un défini par des va-
leurs élevées sur X, un autre par des valeurs élevées sur Y, un troiséme par des valeurs
moyennes sur X et sur Y, et enfin un dernier groupe pour lesquels les attributs X et Y
ne sont pas discriminants.
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FiG. 9.2 — Visualisation graphique des résultats.

La méthode globale que nous proposons permet donc finalement de réduire, par
étapes successives, le nombre d’attributs considérés pour caractériser les groupes ciblés.
Tout d’abord, seuls les attributs pertinents des groupes sont pris en compte lors de
leur détection par la méthode de subspace clustering proposée, SUSE. Puis une seconde
étape de description minimale des régles associées aux groupes est ensuite utilisée afin
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de réduire davantage le nombre d’attributs utilisés dans la présentation des résultats.
Une derniére étape de projection de ces régles dans un espace a deux dimensions va
finalement permettre d’observer visuellement les spécificités et différences des différents
groupes détectés. Cette derniére étape permet par ailleurs de pallier aux possibles limites
de 'utilisation des régles pour représenter les groupes, en particulier lorsque I’hypothése
d’indépendance des attributs n’est pas respectée, puisque de telles particularités peuvent
étre facilement identifiées visuellement.

Confrontés ensuite, lors du challenge INEX 2006, au cas particulier ou les données
sont des documents XML basés sur une structure arborescente, nous avons pu observer
I’intérét de transformer ces arbres en attributs-valeurs afin de bénéficier des atouts des
méthodes existantes capables de traiter des données sous forme d’attributs-valeurs. C5
boosté a ainsi obtenu les meilleurs résultats du challenge en apprentissage supervisé
en utilisant de telles transformations. SuSE, pour sa part, a obtenu de trés bons ré-
sultats dans le cas de ’apprentissage non supervisé, et s’est par ailleurs démarqué de
ses concurrents par sa capacité & fournir également en sortie des résultats facilement
interprétables par 1’utilisateur.

Confrontés enfin au probléme de 1’évaluation de 'intérét de la méthode proposée,
nous nous sommes rendus compte que méme des bonnes performances sur données
artificielles et des résultats considérés comme intéressants par des experts dans le cas
d’applications réelles n’étaient pas suffisants pour généraliser son intérét dans n’importe
quel cas d’application. Pour pallier a cette limite, nous avons donc proposé de replacer
le clustering dans son contexte d’utilisation afin d’évaluer son intérét dans ce cadre
particulier. Et puisque celui-ci est souvent utilisé en prétraitement d’un apprentissage
supervisé, c’est dans ce cadre que nous avons mené nos expériences, et ainsi montré
I'intérét de notre approche.

Voyons maintenant plus en détails les conclusions que nous pouvons tirer des re-
cherches que nous avons menées sur ces différents points, et des méthodes que nous
avons proposées, ainsi que les perspectives ouvertes par ces travaux.






Chapitre 10

Méthodes de clustering

10.1 Le clustering

Le clustering est un domaine de recherche qui est étudié depuis de nombreuses années
dans différentes communautés : machine learning, data mining, pattern recognition,
statistiques, etc.

Dans la partie état de I'art de cette thése, nous ne prétendons pas avoir fourni une
liste exhaustive de ’ensemble des méthodes de clustering qui ont été proposées, mais
plutdt avoir fourni une vue d’ensemble des principales problématiques existantes et
techniques utilisées dans ce cadre. Plusieurs compléments d’informations peuvent étre
trouvés dans [Jain et al., 1999, Jain et al., 2000, Berkhin, 2002].

Comme nous ’avons vu, il existe différents types d’applications au clustering. Il peut
étre utilisé pour compresser un ensemble de données, pour indexer de facon automatique
des bases de données OLAP, pour discrétiser un ensemble de données, pour identifier
des communautés de clients aux comportements similaires, pour organiser un ensemble
de documents, ou pour appréhender un jeu de données en faisant émerger certains sous-
concepts présents dans les données.

Face & ces différents champs d’applications, et face & I’ensemble trés hétérogéne des
bases de données qui peuvent étre analysées, il n’est pas raisonnable de penser trouver
une méthode unique qui surpasserait toutes les autres. En effet, lorsque le clustering a
pour objectif la compression des données, alors une méthode capable de fournir un résul-
tat compréhensible n’est pas nécessaire et considérer des transformations des données ne
pose pas de probléme. Au contraire, lorsque le clustering a pour objectif d’appréhender
un jeu de données en faisant émerger certains sous-concepts dans les données, alors il
devient nécessaire d’utiliser une méthode capable de présenter de maniére compréhen-
sible les résultats, et une transformation des données n’est pas souhaitable. De méme,
si le clustering est utilisé pour effectuer de la segmentation d’images, alors une méthode
capable de détecter des clusters de forme variée est nécessaire, alors que si le clustering
est utilisé afin d’indexer des bases de données OLAP, utiliser une méthode capable de
fournir en sortie un ensemble de clusters décrits par des régles est plus approprié.

Ainsi, de maniére plus générale, lorsque I'on souhaite utiliser une méthode de clus-
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tering pour une application particuliére, il faut tout d’abord spécifier & quels types de
bases de données on est confronté, et quel type de résultat on en attend. Ensuite, et
c’est ce que nous avons essayé de mettre en place dans cette thése en associant & chaque
méthode présentée un tableau de ses caractéristiques principales, il faut choisir parmi
I’ensemble des méthodes de clustering existantes celle qui correspond le mieux & son
probléme.

C’est pourquoi nous nous sommes concentré dans nos travaux sur un champ d’appli-
cation particulier : celui de ’extraction de connaissances, c’est-a-dire de 'identification
de sous-concepts pouvant émerger par 'analyse non supervisée de données hétérogénes.
Dans ce cadre, nous avons identifié plusieurs problématiques importantes :

1. minimiser le nombre de connaissances a priori requises de la part de 'utilisateur;

2. étre capable de faire face & des bases de données hétérogénes pouvant contenir des
attributs non pertinents, du bruit et des données manquantes ;

3. fournir un résultat compréhensible par 1'utilisateur en un temps raisonnable.

Nous nous sommes donc naturellement intéressé au subspace clustering, qui prend en
compte la possible présence d’attributs non pertinents, et par 14 méme permet d’obtenir
des descriptions réduites des clusters, et permet également potentiellement d’atteindre
des complexités réduites en ne considérant pas I’ensemble des dimensions de description
des objets, qui peut s’avérer trés important dans certains cas.

Une derniére problématique importante en clustering est celle de 1’évaluation des
résultats. La encore, comme la notion méme de l'intérét d’un résultat de clustering peut
varier selon l'application visée, il n’est pas raisonnable de penser qu’une méthodolo-
gie surpassera toutes les autres. Au contraire, les différentes techniques existantes sont
complémentaires et doivent étre utilisées en tant que tel. Ainsi, démarrer en confron-
tant une méthode de clustering & des données générées artificiellement permet d’évaluer
sa robustesse dans certains cas précis qui sont contr6lés. Confronter la méthode a des
données réelles est ensuite nécessaire afin d’observer son efficacité pratique. Enfin, nous
pensons que la méthode d’évaluation que nous avons proposée permet d’évaluer la perti-
nence d’une méthode dans un certain cadre (celui du prétraitement pour un algorithme
supervisé dans le cas présenté) et face & un ensemble de jeux de données indépendants.

Enfin, une autre problématique émergente en clustering concerne l'application des
méthodes existantes au cas des données représentées autrement que par des ensembles
d’attributs-valeurs. Lors de nos travaux, nous avons proposé une méthode originale
permettant de considérer des données présentées sous forme arborescente, mais il s’avére
aujourd’hui de plus en plus intéressant d’étre capable de prendre également en compte
des données présentées sous la forme de courbes ou bien des données symboliques [Diday
and Vrac, 2005].

10.2 Algorithme Tuareg

La premiére méthode que nous avons proposée dans ce cadre, que nous avons nom-
mée Tuareg, s’est révélée trés intéressante sur de nombreux points évoqués précédem-
ment. En effet, Tuareg est d’une complexité tout a fait raisonnable, il ne nécessite
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aucune connaissance a priori de la part de l'utilisateur, et fournit en sortie un résultat
compréhensible sous forme de régles définies par un minimum de dimensions parmi les
plus pertinentes.

Basé sur I’hypothése que pour tout couple de clusters distincts, il existe au moins une
dimension de projection sur laquelle ces deux clusters sont bien séparés, Tuareg n’est
cependant pas capable de détecter des clusters qui seraient bien séparés dans I’espace
complet de description des objets mais dont la séparation ne serait visible sur aucune
projection & une seule dimension.

Remplacer 'algorithme de partitionnement élémentaire par une méthode plus éla-
borée qu’une simple division au niveau de I’écart le plus important existant dans la
projection des données sur chaque dimension (en utilisant par exemple un clustering
probabiliste sur ces projections) permettrait de résoudre une partie du probléme. De
méme, considérer des projections des données sur plus d’'une dimension permettrait
également de limiter le probléme. Cependant, de telles modifications de la méthode
auraient pour conséquence d’augmenter de fagon importante sa complexité.

Finalement, nous pensons donc que Tuareg peut se révéler trés intéressant s’il
est utilisé en premiére phase d’une analyse de données car il est tout & fait efficace
pour cibler des groupes bien séparés dans les données, alors que d’autres méthodes
plus élaborées nécessiteraient des temps d’exécution plus importants pour identifier les
mémes groupes de données.

10.3 Algorithme SuSE

La seconde méthode que nous avons proposée, nommeée SuSE, regroupe également
les avantages de ne nécessiter aucune connaissance a priori de la part de l'utilisateur
et de fournir un résultat compréhensible sous forme de régles définies par un minimum
de dimensions parmi les plus pertinentes. Sa complexité, supérieure a celle de Tuareg,
est tout de méme réduite car SuSE ne considére que des sous-ensembles de dimensions
associées aux clusters, au lieu de considérer I’ensemble complet de description des objets.
Efficace face a des bases de données bruitées pouvant contenir des données manquantes,
SuSE a démontré son intérét dans le cas d’applications réelles.

L’idée d’utiliser des modéles probabilistes pour effectuer un clustering des données
basé sur 'utilisation de régles a déja été étudiée dans [Pelleg and Moore, 2001]. Il existe
plusieurs différences entre notre méthode et la leur. La premiére apparait dans la modé-
lisation : au lieu de supposer la distribution gaussienne sur une dimension numérique, les
auteurs la supposent uniforme a l’intérieur d’un intervalle donné, et utilisent une queue
de distribution aux bords de cet intervalle, dépendant d’un paramétre o qui évolue au
cours de l'algorithme. Cette différence se retrouve ensuite dans la méthode finale de
clustering. En particulier, leur méthode n’est pas capable de mettre & jour son modéle
de facon incrémentale, alors que la notre peut s’adapter & la présentation de nouveaux
objets. De plus, nous avons proposé une méthode efficace permettant d’effectuer de la
sélection d’attributs pendant ’apprentissage alors que cette problématique n’a pas été
prise en compte dans leurs travaux.
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L’idée d’utiliser ’hypothése d’indépendance des dimensions pour effectuer de la sé-
lection d’attributs a elle déja été étudiée dans [Law et al., 2004]. Mais la méthode
décrite par les auteurs différe également de la ndtre sur certains points. Tout d’abord,
la sélection d’attributs qu’ils proposent est globale & ’ensemble des clusters alors que
les attributs sélectionnés par SuSE sont localement pertinents pour les clusters. De
plus, dans [Law et al., 2004], les auteurs ajoutent plusieurs paramétres a leur modéle
pour effectuer une pondération sur les attributs alors que dans SuSE, le nombre de
paramétres du modéle est réduit grace a une sélection rigide d’attributs. Ainsi, notre
méthode de sélection d’attributs accélére 1'algorithme alors que dans [Law et al., 2004],
les auteurs sont confrontés & des problémes de complexité en temps et en espace.

Par ailleurs, nous avons intégré effectivement la problématique catégorielle qui n’était
évoquée qu’a titre de perspectives dans les travaux menés dans [Pelleg and Moore, 2001]
et [Law et al., 2004]. Nous avons également proposé une méthode originale de sélection
d’attributs permettant de présenter les résultats sous forme de régles définies par un
minimum d’attributs parmi les plus pertinents, ainsi qu’une méthode de visualisation
graphique de ces régles dont nous avons pu observer l'intérét dans différents cas d’ap-
plication réels. A ce niveau, nous pensons qu’une étude plus approfondie pourrait étre
menée concernant le critére de sélection des projections en deux dimensions les plus
appropriées pour la visualisation des résultats. Une application de cette technique & des
projections sur trois dimensions pourrait également étre envisagée.

Nous avons également pu observer 'intérét d’utiliser un critére d’arrét de type K-
means lors de 'optimisation des modéles par ’algorithme EM, afin d’accélérer la mé-
thode. Pour poursuivre la recherche dans ce sens, il semble intéressant de s’inspirer des
travaux présentés dans [Bradley et al., 1998| qui traitent de l'accélération de 1’algo-
rithme EM dans le cas général. De méme, les travaux de [Jollois and Nadif, 2004 dans
ce cadre peuvent également étre intégrés au systéme dans le but d’accélérer la méthode.

Par ailleurs, il serait intéressant de poursuivre cette recherche afin de trouver une
méthode efficace permettant d’atteindre la valeur optimum du critére BIC, identifiant
le nombre de clusters et le nombre de dimensions pertinentes des clusters les plus ap-
propriés, sans avoir & tester tous les modeles possibles pour ces deux parameétres. Une
recherche par descente de gradient semble pour cela tout a fait appropriée au vu de la
figure 7.5.

Enfin, nous avons pu observer I'intérét de ’adaptation de notre méthode au cas des
données semi-structurées, par leur transformation en attributs-valeurs. Nous pensons
qu’il est possible d’aller plus loin dans cette technique de transformation. Par exemple,
il est possible de considérer comme nouveaux attributs certaines fourches présentes dans
les arbres, ou bien d’identifier dans quelle partie des arbres les labels ou relations entre
labels sont présents. Mais comme nous avons pu le constater dans la partie expérimentale
de ces travaux, la méthode de transformation que nous avons proposée génére déja de
nombreux attributs, et les résultats obtenus avec de tels attributs sont déja trés bons.
Afin de prendre en compte de telles différences possibles entre les arbres, une attention
particuliére devrait alors étre portée sur la recherche d’'un bon compromis entre le
nombre de nouveaux attributs créés et 'information qu’ils contiennent.
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Evaluation en cascade

11.1 Meéthode d’évaluation du clustering

Une autre contribution importante de nos travaux concerne la proposition d'une
nouvelle méthode d’évaluation d’algorithmes de clustering. Plus globale, objective et
quantitative que les méthodes existantes, notre approche consiste & comparer les ré-
sultats d'un algorithme supervisé lorsqu'il est (ou pas) aidé par de l'information issue
des résultats d’un algorithme de clustering. Nous avons considéré différents algorithmes
supervisés et différentes facons de combiner les résultats d’algorithmes supervisés et non
supervisés. Les expérimentations ont alors mis en avant le fait que ’ordre dans lequel les
méthodes de clustering sont rangées reste le méme quels que soient ’algorithme super-
visé et la méthode de combinaison utilisés. Ceci montre donc la stabilité de la nouvelle
méthode d’évaluation que nous proposons.

Les expérimentations ont également mis en avant que les méthodes de clustering
basées sur 'utilisation de modeéles plus complexes surpassent les méthodes utilisant des
modéles moins complexes. Ce résultat n’est pas surprenant mais montre le comporte-
ment cohérent de notre méthode d’évaluation. Et cela montre en particulier I'intérét de
notre méthode de sélection rigide d’attributs dans SuSE, puisque la méthode n’utilisant
pas cette sélection rigide d’attributs, nommée SSC, s’avére moins intéressante dans le
cadre de cette évaluation.

Dans des travaux futurs, il semble intéressant de trouver d’autres taches aussi objec-
tives que 'apprentissage supervisé et pour lesquelles le clustering serait un prétraitement
intéressant, afin de tester notre méthode d’évaluation dans un tel cadre. Cela pourrait
étre le cas par exemple dans une tache d’indexation automatique de bases de données
OLAP. En effet, si le clustering aide a indexer de maniére efficace de telles bases de don-
nées, alors I’exécution de requétes sur ces bases pourrait s’en trouver accélérée. Dans ce
cas, on pourrait tout a fait envisager d’utiliser le clustering dans ’objectif d’indexer de
maniére automatique un ensemble de bases, sur lesquelles seraient ensuite exécutées un
certain nombre de requétes, dont le temps d’exécution permettrait de mesurer 1’intérét
du clustering dans ce cadre.
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11.2 Combinaison de classifieurs

Nous avons également montré que les résultats des algorithmes supervisés sont
ameéliorés lorsqu’ils utilisent de l'information issue d’algorithmes de clustering (autres
qu’aléatoires). Nous postulons que les algorithmes supervisés peuvent bénéficier de cette
information car elle est de nature trés différente. En particulier, les algorithmes de clus-
tering peuvent aider les algorithmes supervisés a spécialiser leurs traitements en fonction
de différentes zones spécifiques de 1’espace de description des objets. Ils peuvent égale-
ment aider les algorithmes supervisés a décrire des zones de décision plus complexes. Il
semble donc intéressant de poursuivre cette recherche dans le cadre plus général de la
combinaison de classifieurs lorsque I'un des classifieurs est non supervisé.

Comme nous l’avons vu dans nos expérimentations, il semble qu’utiliser le clustering
pour partitionner I'’espace des objets puis exécuter des apprentissages supervisés indé-
pendants sur chaque groupe d’objets créé produise de meilleurs résultats que d’enrichir
les jeux de données en créant de nouveaux attributs puis d’exécuter un apprentissage su-
perviseé sur le jeu de données enrichi (comparaison des résultats des tableaux 9.3 et 9.10).
Mais cela peut étre la conséquence de la méthode que nous avons utilisée pour créer de
nouveaux attributs, qui accroit de maniére significative la taille du jeu de données. Il
serait donc intéressant de creuser ce point dans de futures recherches.
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Bilan

En résumé, une notion est revenue de maniére centrale tout au long de cette thése :
celle de la prise en compte du contexte en apprentissage :

— le contexte dans lequel les groupes présents dans les données sont créés doit étre
pris en compte, c’est-a-dire que la méthode d’apprentissage doit étre capable de
détecter pour chacun des groupes ciblés I’ensemble des attributs qui sont perti-
nents pour sa caractérisation ;

— la prise en compte du contexte dans lequel les régles associées a ces groupes sont
définies permet pour sa part de fournir en sortie un ensemble de régles décrites
par un minimum d’attributs, permettant ainsi & l'utilisateur d’interpréter plus
facilement le résultat produit ;

— et la prise en compte du contexte dans lequel 'apprentissage non supervisé est
utilisé permet de lui offrir un cadre pour son évaluation.

Un autre point important dans nos recherches concerne l'utilisation des régles
comme structure pour représenter les groupes ciblés dans les données. Les régles ont
I’intérét particulier d’étre tout a fait naturelles pour I’homme. Elles sont souvent utili-
sées comme base pour toute représentation de connaissances. C’est par des régles que
les hommes définissent leur environnement, leurs relations et leur organisation. Coté
méthode d’apprentissage, les régles permettent par ailleurs une description riche des
résultats, ainsi qu'une manipulation facilitée par rapport & nombre d’autres structures.

Enfin I’étude que nous avons menée dans le cadre de I’évaluation en cascade d’al-
gorithmes de clustering nous suggére une relation forte entre méthodes d’apprentissage
supervisé et non supervisé. Nous avons pu observer que leur combinaison permettait
une évaluation plus globale, objective et quantitative des méthodes non supervisées,
mais aussi que les méthodes supervisées pouvaient tirer avantage de telles combinai-
son afin d’améliorer leurs performances. Des recherches dans ce domaine semblent par
conséquent tout & fait intéressantes et prometteuses.
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Cette derniére partie est consacrée a la présentation plus détaillée de certaines no-
tions et méthodes qui ont été évoquées précédemment.

La premiére annexe présente d’abord plusieurs mesures utilisées classiquement pour
définir la similarité entre données et I’optimalité d’une solution, qui constituent la base
de toute méthode de clustering. Nous présentons ensuite différentes méthodes propo-
sées pour faire face aux larges bases de données, ainsi que plusieurs algorithmes efficaces
dans ce cadre.

L’annexe suivante fournit davantage de détails sur les différentes techniques qui ont
été proposées pour faire face aux attributs non pertinents qui décrivent les données.
Nous présentons d’abord plusieurs approches cherchant 'espace de description le plus
approprié au traitement des données, puis les principaux algorithmes de subspace clus-
tering développés récemment.

Enfin les deux derniéres annexes reviennent sur certains détails dans la mise en
ceuvre des algorithmes Tuareg et SuSE que nous avons proposés.






Annexe A

Algorithmes de clustering

A.1 Notions de similarité

L’une des problématique centrale du clustering est de définir la notion de similarité
entre les données et de la qualité d’une solution. Il existe trois concepts de similarité en
clustering :

1. la similarité entre objets : & maximiser pour deux objets appartenant au méme

cluster, et & minimiser pour deux objets appartenant & des clusters différents;

2. la similarité entre un objet et un cluster : & maximiser si ’objet est associé au

cluster pour une bonne cohésion interne du cluster ;

3. et la similarité entre clusters : & minimiser pour une bonne isolation externe des

clusters.

A.1.1 Similarités entre objets

Typiquement, la similarité entre objets est évaluée par une fonction de distance
définie entre paire d’objets. Les mesures de distance les plus courantes entre deux objets
T; et T; sont les suivantes :

— la distance de Manhattan :

dist1(z;,T;) = |75 —

— la distance euclidienne :

— la distance de Minkowski, qui généralise les deux précédentes :

disty(T3,75) = [T~ T, = 2| S Jia — 20l
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— le cosinus :

M
Cos(_‘) _>) _ T;.T; . Zd:l(xid X wjd)
1) = =
ZM x2 ZM 22

d=1%id 2.d=1%jd
— la corrélation de Pearson, cosinus de I’écart & la moyenne :

Yoil (wia — T) (w54 — 7))

N2 M =2

\/Zd 1(@ia — Ti)? 3o g=1 (Tja — T5)
avec T; la moyenne des valeurs de I’objet Z; sur I’ensemble des attributs :

— chyzl Lid

Pearson(T;, T;)

Afin d’éviter que les attributs dont l'intervalle de définition des objets est plus
large n’aient plus d’importance que les autres, une phase préalable de normalisation
des données est souvent conduite. Typiquement, les valeurs des objets sur les attributs
numériques sont normalisés entre 0 et 1. Cette phase sera cependant évitée si on se
place dans le cadre d’une application ou ’espace de description a un sens géométrique :
I’espace euclidien dans le cadre de la segmentation de bases de données spatiales par
exemple.

Dans le cas de données décrites par des attributs catégoriels, la similarité entre deux
objets est généralement fonction du nombre d’attributs pour lesquels ils partagent la
méme catégorie. Par exemple, la similarité de Jaccard se calcule ainsi :

M
7, T5) = Y (i, xja)
=1

0 sizyg=ux;
avec 0(Zq, Tjq) = { i Jd
1 sixig# xjq
Une autre solution consiste & prendre également en compte les fréquences d’appari-
tion de chaque catégorie sur ’ensemble de la base de données :

M Naw + Najy

dist, 2 (T;,T;) = —_
X ]
Nl’id XNivjd

X 0 ($ida x jd)
d=1

ol Ny,, = |{j € D|z;jq = xiq}| représente le nombre total d’objets de la base pour
lesquels la catégorie sur 'attribut d est x;4.

Dans [Guha et al., 2000], un seuil est utilisé pour définir le voisinage entre objets,
puis c’est le nombre de voisins en commun entre deux objets, appelés liens, qui définit
leur similarité.

Dans le méme esprit, la Mutual Neighbor Distance M N D prend en compte ['effet
des objets voisins pour définir la similarité entre objets. La figure A.1 illustre alors l'effet



Notions de similarité 183

de l'utilisation d’une telle mesure, les objets A et B étant initialement plus similaires
que B et C, et inversement aprés ajout d’autres objets proches de A.

MND(%, 7)) = NN(@, %) + NN(z}, 7))

avec NN (77, 7;) le nombre de voisins de T par rapport a ;.
9% ]

A A
D
FE
(a) MND(A,B) = 2 < 3 = MND(B,C). (b) MND(A,B) = 5 > 3 = MND(B,C).

Fic. A.1 — Tllustration de I'intérét de la Mutual Neighbor Distance.

Enfin, il est également possible de prendre en compte les connaissances d’un expert
du domaine dans le calcul de distance entre objets. Celui-ci affecte alors un poids a
chaque attribut en fonction de 'importance de cet attribut pour le probléme considéré.

A.1.2 Cohésion interne d’un cluster

Etant donnée une mesure de distance entre objets nommée dist et choisie parmi
celles proposées précédemment ou d’autres, la cohésion interne des clusters peut étre
définie, les deux mesures les plus utilisées dans ce cadre étant les suivantes :

1. leradius, distance moyenne entre membres du cluster et son centroide, & minimiser
pour maximiser la similarité des observations & l'intérieur du cluster :

> ien, dist(Z{, k)
Ny

Radius(Cy) =

2. et le diamétre, distance moyenne entre paires de membres du cluster, également

4 minimiser : RN
ZiGDk ZjeDk dist(@;, T;)

Ni x (Np — 1)

Diam(Cy) =

A.1.3 Isolation externe d’un cluster

Une autre notion de similarité importante en clustering est celle qui est définie entre
différents clusters, qui doit étre minimisée pour une bonne isolation externe des clusters.

Une premiére possibilité pour mesurer la similarité entre deux clusters est de calculer
la distance entre les objets qui les représentent. Selon la méthode, il s’agira alors de
maximiser la distance entre centroides, ou bien celle qui sépare les objets les plus proches
de chaque cluster.
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Cependant, observant qu’en assignant aux K —1 premiers clusters (pour K le nombre
de clusters recherchés) les K — 1 objets les moins similaires avec le reste de la base, puis
au dernier cluster le reste des objets de la base, la somme pondérée des distances entre
centroides est maximisée, une autre solution proposée dans [Zhao and Karypis, 2002]
pour pallier & ce probléme consiste & maximiser la somme des distances entre chaque
cluster et le centroide de I’ensemble des objets de la base :

N —
x—(]) — Zi:l Ly
N
Trois autres mesures peuvent également étre utilisées dans ce cadre :
— la distance moyenne inter-clusters :

Y ieDy Djeny, dist(T )

Inter(k1,k2) = N x N
k1 k2

— la distance moyenne intra-clusters :

EiEDmUDkQ ZJ'EDMUDM dist(T7, 1-';)
(Nk1 + Ni2)(Np1 + Ny — 1)

— ou la variance globale entre clusters :

Intra(kl,k2) = = Diam(Cj1 U Cia2)

Var(k1,k2) = > dist(Z], ikres) — Y dist(T, int) — Y dist(T;, [ik3)
lGDkluDkQ iEDkl jEDkQ

A.1.4 Mesures internes de la qualité d’un clustering
Les principales mesures utilisées ensuite pour évaluer la qualité interne d’un cluste-
ring P sont les suivantes :

1. Perreur quadratique :

K
E(P) =" Y dist(, 1)

k=1 iEDk

qui peut éventuellement étre pondérée par les probabilités P;; d’appartenance des
objets T; aux clusters C}, dans le cas du soft clustering :

K N
Ep(P) =) P x dist(T;, it
k=1 i=1
avec dans ce cas iy = Zf\il Py, x T}
2. la moyenne pondérée du carré des radius de clusters :

KON,
QUP) =) :Wk x Radius(Cy)?
k=1
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3. la moyenne pondérée du carré des diameétres de clusters :

Zszl Nk X (Nk — 1) X Diam(Ck)Q
Zszl Ni x (N — 1)

Q2(P) =

4. la mesure hybride mixant cohésion interne et isolation externe proposée dans [Zhao
and Karypis, 2002], ou Z§ dénote le centroide de ’ensemble des objets de la base :

K .
Zk:l ZZEDk dZSt(TZ?? /’L—k))
—

H(P) =
(P) Zszl Ny x dist(ig, T4

5. ou la mesure nommeée Partition Utility basée sur la Category Utility de Fisher
[Fisher, 1987] :

K
)= 3 xcu@
E—1

M
CU(Cr) = P(Ci) ) > P(x;q = mli € Dy)* — P(x;qg = ml|i € D)?
d=1 {meModalites,}

I'idée ici étant de favoriser les clusters qui vont accroitre la prédictabilité, c’est &
dire ceux pour lesquels on a :

P(z;qg =ml|i € D) > P(xziq =mli € D)

cette mesure ayant été adaptée comme suit au cas des dimensions numériques
dans [Gennari et al., 1989] :

CU(Cy) = \/g Z(o—kd - 0_d>

ol oy est la déviation standard des valeurs des objets appartenant au cluster
C}, sur la dimension d, et o4 la déviation standard des valeurs de I’ensemble des
objets de la base sur la dimension d.

A.1.5 Mesures externes de la qualité d’un clustering

En ce qui concerne les mesures de la qualité externe d’un clustering, c’est-a-dire dans
le cas ol 'on souhaite comparer les résultats d'un clustering P & une cible connue a
priori P°, nous avons déja vu que I'entropie ou la F-mesure présentées dans la section 2.6
peuvent étre utilisées.

Dans [Meila, 2003] et [Patrikainen and Meila, 2004], une mesure de Variation d’In-
formation est proposée pour comparer deux solutions. Son fondement consiste & évaluer
la quantité d’information qui est gagnée/perdue lors du passage d’une solution a l’autre,
et inversement. Etant donné le clustering résultat attendu PP, et la mesure d’entropie
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E(P) associée a un clustering P, la mesure de Variation d’Information entre un cluste-
ring donné P et le clustering attendu P° est la suivante :

VI(P,P%) = E(P) + E(P°) —2 x I(P, P°)

P P(k)P(1)
0
P(k) = % ¢ Pk, 1) |Ck;Ol|

A.2 Problématique des larges bases de données

Pour étre applicable & des bases de données contenant un grand nombre d’objets
ou d’attributs, les méthodes de clustering développées doivent porter une attention
particuliére & leur complexité. Typiquement, la meilleure solution est de développer des
méthodes qui dépendent de facon linéaire du nombre d’objets et d’attributs. D’autres
solutions peuvent également étre envisagées :

1. minimiser le nombre de parcours de ’ensemble des données ;
2. réduire le nombre de données examinées pendant I’exécution ;

3. réduire la taille de la structure des données fournie & ’algorithme.

Plus concrétement, les solutions les plus souvent utilisées dans ce cadre sont les
suivantes [Hinneburg and Keim, 1999] :

1. I’échantillonnage aléatoire permet de sélectionner un sous-ensemble représentatif
des données, permettant ainsi de considérer ensuite moins d’objets lors du dérou-
lement de la méthode;

2. T'utilisation de bornes permet de fixer un nombre maximum d’itérations de la
méthode, lorsque celle-ci est capable de fournir une solution a chaque instant,
comme c’est le cas pour les méthodes stochastiques ou statistiques;

3. le partitionnement permet de diviser le probléme en plusieurs sous-problémes de
plus petite taille, puis d’utiliser ensuite les résultats de ces sous-problémes pour
résoudre le probléme général ;

4. et la transformation des données permet de réduire la taille des données fournies
en entrée de la méthode, afin de travailler ensuite sur une base de données moins
importante : il s’agit dans ce cas de transformer les données sous une représenta-
tion plus compacte, ou bien de se placer dans un espace plus réduit que ’espace
original ; ce dernier point sera détaillé dans ’annexe suivante.
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A.3 Clustering hiérarchique

A.3.1 COBWEB

COBWESB |Fisher, 1987] est un exemple d’algorithme de clustering hiérarchique
descendant. Il est incrémental, ce qui permet de ne scanner les données qu’une seule fois
mais le rend dépendant de 'ordre dans lequel ces données sont présentées a 1’algorithme.
La méthode gérant I'intégration d’un nouvel élément dans la hiérarchie est la suivante :

1. démarrer de la racine de ’arbre;

2. parmi les quatre opérateurs applicables sur le cluster courant, sélectionner celui
qui optimise la mesure CU (Category Utility) définie dans la section A.1.4 :

(a) intégrer I’élément dans le cluster courant;
(b) fusionner deux clusters existants;

(c) diviser le cluster courant ;

(d) ou créer un nouveau cluster pour 1’élément ;

3. et recommencer a I’étape 2 en choisissant comme nouveau cluster courant celui
qui a été la cible de I'opération précédente, jusqu’a arriver & une feuille de ’arbre.

A.3.2 CURE

CURE [Guha et al., 1998], quant & lui, est un exemple d’algorithme de clustering hié-
rarchique ascendant. Dans cette méthode, les clusters sont représentés par un ensemble
d’objets distants qui les composent, rapprochés de leur centroide selon un facteur «.
Pour décider quels clusters doivent étre fusionnés, il choisit les clusters dont la paire
d’objets représentatifs est la plus proche.

Et pour faire face aux larges bases de données, CURE utilise I’échantillonnage aléa-
toire et le partitionnement, c’est-a-dire qu’il effectue un clustering sur différentes sous-
parties de 1’espace, puis combine les résultats obtenus pour effectuer le clustering global.

A.4 Clustering K-médoides
A.4.1 CLARANS

Pour faire face aux larges bases de données, les auteurs de [Ng and Han, 1994|, dans
leur systéme appelé CLARANS, proposent d’utiliser une recherche stochastique basée
sur différents paramétres permettant de borner le nombre d’itérations de la méthode,
ainsi que sur 1’échantillonage aléatoire. Etant donné le nombre K de clusters recherchés,
une solution consiste en un ensemble de K médoides, objets représentatifs des clusters,
auxquels sont associés l’ensemble des objets en fonction de leur proximité avec ces
médoides. Les étapes principales de la méthode sont les suivantes :

1. sélectionner un échantillon représentatif des données;

2. itérer un certain nombre fixé de fois :
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(a) choix d’une solution aléatoire : un ensemble de K médoides;

(b) itérer un certain nombre fixé de fois :

— choix d’une solution voisine de la solution courante, par modification aléa-
toire de I'un des médoides de la solution;

— conservation du voisin comme nouvelle solution courante si l'inertie globale
de la partition est inférieure a celle de la solution précédente;

(c) stocker la solution optimale locale trouveée;

3. et retourner la meilleure des solutions optimales locales trouvées.

A.4.2 BIRCH

Afin d’éviter de scanner plusieurs fois I’ensemble des données, une méthode d’ameé-
lioration du stockage des données a été proposée dans [Zhang et al., 1997]. Pour cela,
I’idée principale de la méthode, appelée BIRCH, est de condenser initialement les don-
nées et de les stocker dans un arbre appelé CF-Tree, en considérant collectivement les
objets proches.

Ainsi, les données fournies en entrée de ’algorithme ne seront scannées qu’une seule
fois, au sein méme de ’algorithme, mais aussi si I’on souhaite tester plusieurs parameétres,
et l'algorithme pourra étre exécuté sur une base de données de beaucoup plus petite
taille et de meilleure qualité en ce qui concerne l'ordre dans lequel les données seront
fournies en entrée de ’algorithme.

Un élément C'F (Clustering Feature) du CF-Tree est composé de trois paramétres :
(n, LS ,S5), avec n le nombre d’objets le composant, LS = Yo, T, la somme linéaire
de ces n objets, et SS =", 7.2 leur somme au carré. Cette représentation permet
en outre le théoréme de CF additivité suivant :

CFy 4+ CF, = (ny + ny, LS; 4+ LS5, S5 + S55)

Un CF-Tree est un arbre basé sur deux parameétres permettant de réguler sa taille :
un facteur de branchement (B pour les noeuds, et L pour les feuilles), et un seuil 7.

Chaque nceud contient au plus B entrées de la forme [C'Fj,child;], ou i € [1, B,
child; est un pointeur vers le i€ nceud fils, et C'F; est I’entrée C'F' du sous-cluster
représenté par ce fils. Un noeud de I’arbre représente donc un sous-cluster composé de
tous les sous-clusters représentés par ses entrées.

De méme, chaque feuille contient au plus L entrées, et chaque entrée est un C'F.
De plus, a chaque feuille sont associés deux pointeurs utilisés pour chainer toutes les
feuilles ensemble pour un parcours efficace. Une feuille représente donc un sous-cluster
composé de tous les sous-clusters représentés par ses entrées. Enfin, toutes les entrées
dans une feuille doivent satisfaire une condition de seuil : le diamétre (ou le radius) de
chaque entrée dans une feuille doit étre inférieur & T'.

L’algorithme CLARANS est ensuite utilisé, puis chacun des objets initiaux est fina-
lement redistribué par rapport aux K médoides trouvés.
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A.5 Clustering stochastique

L’avantage des algorithmes de clustering stochastiques face aux larges bases de don-
nées est qu’ils sont capables de fournir une solution au probléme & n’importe quel
moment de I’exécution de ’algorithme, de telle sorte que I'utilisateur peut choisir d’in-
terrompre la recherche quand il le souhaite.

En pratique, les méthodes mises en ceuvre sont souvent construites de maniére a
trouver un bon compromis entre 1’exploration nécessaire d’une partie importante de
I’espace des solutions, et l'exploitation des solutions optimales identifiées, au sens de
I’optimisation d'une fonction critére cible choisie, par exemple parmi celles proposées
dans la section A.1.4.

A.5.1 Algorithmes génétiques

Basé sur le paradigme de I’évolution génétique des individus, le clustering par al-
gorithmes génétiques consiste a effectuer une succession de sélections et de mutations
d’un ensemble de solutions, afin d’améliorer celui-ci au fur et & mesure de l’exécution
de la méthode.

Etant données deux solutions parents au probléme, d’autres solutions enfants sont
générées & partir des parents, et une partie de celles qui optimisent la fonction cible
sont sélectionnées, et utilisées a leur tour en tant que parents a ’étape suivante de la
méthode. Certaines solutions non optimales sont également conservées afin de favoriser
I’exploration de ’espace des solutions et éviter de rester enfermé dans des optima locaux
de la fonction.

La mutation la plus utilisée dans ce cadre est celle utilisant le croisement entre
individus. Cette technique, appliquée a I'exemple de la figure 1.1, est illustrée par la
figure A.2. Une solution consiste en un ensemble d’associations entre les objets et les
clusters, représenté par un vecteur de couples d’identifiants des objets et clusters consi-
dérés. Une zone de coupure dans les vecteurs solutions est choisie de facon aléatoire, et
deux enfants sont générés & partir de deux parents, I'un avec la premiére partie de la
solution du premier parent et la deuxiéme partie de 'autre parent, et inversement pour
le deuxiéme enfant.

A.5.2 Recherche Tabou

Un autre méthode stochastique de clustering est celle basée sur la recherche Tabou.
Une solution au probléme est sélectionnée aléatoirement dans ’espace des solutions
possibles. Puis a chaque itération de la recherche Tabou, une nouvelle solution voisine de
la précédente est considérée, c’est-a-dire qu'une ou plusieurs associations entre objets et
clusters sont modifiées. Si cette nouvelle solution est meilleure que la solution précédente,
alors elle est conservée pour l'itération suivante. Sinon, un autre voisin est envisagé et
évalué. Si aucun voisin n’est considéré comme meilleur que la solution courante, alors
celle-ci est conservée en tant que minimum local, et la méthode est itérée avec une
autre solution initiale sélectionnée aléatoirement. Au fur et & mesure de l’exploration
des solutions possibles, une partie de celles qui ont déja été rencontrées sont stockées
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Parent 1
(1,1)(2,1)(3,1)(4,1)(5,2)(6,2)(7,2)(8,2)(9,2)(10,2)

(11,3)(12,3)(13,1)(14,2)(15,2)(16,3)(17,3)(18,2)(19,2)(20,3)

zone de
Parent 2 coupure

- —— (1,1)(2,2)(3,1)(4,2)(5,1)(6,2)(7,1)(8,2)(9,1)(10,1)

—4(11,2)(12,3)(13,3)(14,3)(15,3)(16,3) (17,3)(18,3)(19,3)(20,3)

4

Enfant 1
(1,1)(2,1)(3,1)(4,1)(5,2)(6,2)(7,2)(8,2)(9,2)(10,2)

Lo (11,2)(12,3)(13,3)(14,3)(15,3)(16,3)(17,3)(18,3)(19,3)(20,3)

Enfant 2
——— > (1,1)(2,2)(3,1)(4,2)(5,1)(6,2)(7,1)(8,2)(9,1)(10,1)

(11,3)(12,3)(13,1)(14,2)(15,2)(16,3)(17,3)(18,2)(19,2)(20,3)

Fi1G. A.2 — La mutation par croisement génétique.



Clustering basé sur la densité 191

dans une liste Tabou utilisée pour guider la recherche et éviter de considérer plusieurs
fois une méme solution.

A.5.3 Recuit simulé

Enfin, une autre méthode de clustering stochastique peut étre envisagée : le clus-
tering par recuit simulé. Dans ce cas, & chaque itération de la méthode, de nouvelles
solutions sont envisagées et conservées si elles sont meilleures que les précédentes. Un
paramétre, appelé la température, controle les nouvelles solutions proposées pour l'ité-
ration suivante : plus la température est faible, plus les solutions suivantes considérées
sont proches des solutions précédentes. Initialement la valeur de la température est
haute, les solutions suivantes considérées éloignées des précédentes et donc ’explora-
tion de l'espace des solutions est privilégiée. Puis au fur et & mesure de l'exécution de
I’algorithme, la température est diminuée et les solutions envisagées sont de plus en
plus proches les unes des autres pour favoriser ’exploitation des solutions optimales
courantes sélectionnées.

A.6 Clustering basé sur la densité

Dans le cas du clustering basé sur la densité, un avantage important est le fait qu’il
est capable de cibler des clusters de forme quelconque. Cependant, la méthode de base
DBSCAN présentée dans la section 3.5 souffre de sa dépendance vis-a-vis des paramétres
en entrée Eps et MinPts controlant la notion de densité du voisinage d’'un objet. C’est
pourquoi plusieurs méthodes ont été proposées pour faire face & cette problématique.

A.6.1 OPTICS

Afin de permettre d’identifier des clusters ayant des densités trés différentes, comme
dans le cas de la figure 2.3, il a été proposé dans [Ankerst et al., 1999] d’ajouter la
fonctionnalité de faire varier la valeur du parameétre Eps. Initialement basse, cette valeur
est peu & peu augmentée, et des clusters de moins en moins denses sont recherchés.
L’autre avantage de cette technique est que 1'utilisateur n’a plus a gérer la valeur de ce
parameétre.

A.6.2 DBCLASD

Dans [Xu et al., 1998], un autre critére d’acceptation de l'intégration de nouveaux
objets dans les clusters a été proposé afin de se débarrasser des deux parameétres Eps et
MinPts. La méthode se base pour cela sur 'hypothése que les objets appartenant a un
méme cluster sont distribués de fagcon uniforme & l'intérieur du cluster. Ainsi, lorsqu'un
objet est candidat & l'intégration dans un cluster, la technique consiste & vérifier que
les distances avec ses plus proches voisins suive la distribution des distances courante
entre membres du cluster.
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Pour initialiser ces distributions & I’intérieur des clusters, un nombre minimum d’ob-
jets associés aux clusters est nécessaire. La méthode ayant été créée dans le but de faire
face & des bases de données importantes, I'initialisation proposée consiste a considérer
les trente plus proches voisins d’'un objet comme solution initiale. Par ailleurs, cette mé-
thode est dépendante de ’ordre dans lequel les objets sont présentés. Les tentatives d’'in-
tégration des objets aux clusters sont donc itérées plusieurs fois, et un post-traitement
peut étre utilisé pour permettre aux objets de changer d’affectation de cluster.

A.6.3 DENCLUE

Dans [Hinneburg and Keim, 1998|, une fonction de distribution de la densité est
utilisée pour décider si des objets font partie d’'un méme cluster. Une fonction influence,
par exemple gaussienne, est d’abord définie pour mesurer 'impact d’un objet dans son
voisinage :

dist(fg,fj)?
f (TL $_J) ) =e 202

La fonction de densité globale est alors estimée par la somme des fonctions influence

de tous les objets :

N dist(fg,fj)?
fD(Tz)) = Z 67 202
7=1

On appelle attracteurs les objets pour lesquels la fonction de densité globale est
localement maximale. Chaque objet est associé & son attracteur le plus approprié en
utilisant une méthode de gradient. Enfin, deux attracteurs, ainsi que les objets qui
leur sont associés, sont assignés au méme cluster s’il existe un chemin dans I’espace de
description des objets P € S qui les relie tel que la densité globale de tout objet Z;
présent sur ce chemin soit supérieure & un seuil fixé £ :

fP@)>¢évaer

Deux parameétres sont donc influants pour cette méthode :
1. o, qui détermine l'influence d’un point dans son voisinage;
2. et &, qui détermine le niveau de pertinence des attracteurs.

Une méthode est donc finalement proposée pour fixer les valeurs de ces deux para-
métres influant du systéme o et &.



Annexe B

Prise en compte du contexte

B.1 Modification de I’espace de description

Afin de prendre en compte le fait que certains attributs décrivant les données ont plus
ont moins d’importance pour la classification, une premiére possibilité consiste & utiliser
une méthode de sélection, d’extraction ou de pondération d’attributs en prétraitement
de ’apprentissage.

La sélection d’attributs est le processus qui consiste & identifier le sous-ensemble des
attributs le plus efficace & utiliser pour le clustering. L’extraction d’attributs correspond
& l'utilisation d’une ou plusieurs transformations des attributs initiaux pour produire de
nouveaux attributs pertinents. Et la pondération d’attributs consiste a donner un poids
plus important & certains attributs considérés comme plus pertinents pour le clustering.

B.1.1 Sélection d’attributs

Il existe trois grandes techniques pour sélectionner le sous-ensemble des attributs
le plus approprié pour le clustering : exhaustive, aléatoire ou heuristique. Etant donné
un critére d’'intérét d’un sous-ensemble d’attributs pour effectuer le clustering d’un en-
semble d’objets, il s’agit dans le premier cas de considérer I’ensemble des sous-ensembles
d’attributs possibles et de sélectionner celui qui optimise ce critére.

Une telle approche n’est cependant pas utilisable en pratique & cause de sa com-
plexité exponentielle O(2M) en fonction du nombre de dimensions M. Une approche
aléatoire consiste & sélectionner aléatoirement puis évaluer différents sous-ensembles
d’attributs, son avantage étant alors d’étre capable de fournir un résultat a n’importe
quel moment de son exécution.

Enfin, des heuristiques souvent utilisées en sélection d’attributs consistent & effectuer
une sélection ascendante ou descendante. En sélection ascendante, ’attribut considéré
comme le plus pertinent selon le critére utilisé et parmi ’ensemble des attributs de la
base est d’abord sélectionné, puis le second attribut le plus pertinent est sélectionné, et
ainsi de suite. L’opération inverse est exécutée en sélection descendante : I’ensemble des
dimensions de description est initialement considéré, puis a chaque étape, la dimension
évaluée comme la moins pertinente est supprimeée.

193
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Dans [Dash et al., 2002], le critére de la pertinence d’un sous-ensemble d’attributs
pour le clustering est basé sur I’observation qu’un ensemble de données contenant des
clusters a un histogramme des distances entre objets trés différent par rapport & celui
d’un ensemble de données ne contenant pas de clusters. En effet, si un ensemble de
données peut étre partitionné, alors la majorité des distances intra-clusters sera bien
inférieure & la majorité des distances inter-clusters. Au contraire, si les données sont
uniformément réparties, alors les distances entre objets le seront également. La mesure
proposée est dérivée de la mesure d’entropie, qui représente typiquement le taux de
désordre d’une configuration, D;; dénotant la distance normalisée entre les objets Z; et
T; dans le sous-espace considéré :

N N

E = —ZZ[D” X lOg Dij + (1 — DZ]) X log(l — DZ])]
=1 j=1

Une autre mesure basée sur la Category Utility présentée dans la section A.1.4 a
également été proposée dans [Talavera, 2000] pour évaluer la pertinence d’attributs
catégoriels, I’hypothése sous-jacente & cette mesure étant de considérer que si une di-
mension n’est pas hautement corrélée aux autres, alors cette dimension ne jouera pas un
role important dans le processus de clustering, et peut dés lors étre considérée comme
peu pertinente :

M
Zl:l szModalitesl P(wll = m) EmZGModalitesd [P(xld = m2‘xil = m)2 - P(xld = m2)2]

M—-1

B.1.2 Extraction d’attributs

La technique d’extraction d’attributs la plus utilisée est stirement 1’ Analyse en Com-
posantes Principales (ACP) [Jolliffe, 1986]. Cette technique consiste & définir un en-
semble de m nouvelles variables, combinaison linéaire des M variables de l'espace ini-
tial, qui feraient perdre le moins d’information possible. Ces m variables sont appelées
composantes principales et les axes qu’elles déterminent azes principauz.

Il s’agit pour cela d’analyser la structure de la matrice variance-covariance, qui rend
compte de la variabilité, de la dispersion des données, 'objectif de ’ACP étant de
décrire a l’aide d’un minimum de composantes un maximum de cette variabilité. Cette
technique permet alors de réduire efficacement la taille des données considérées. Elle
peut aussi étre utilisée afin de visualiser les données en deux ou trois dimensions.

La premiére étape de la méthode consiste & standardiser les données, c’est-a-dire
les centrer et les réduire. Ensuite, il s’agit de constituer la matrice de corrélation entre
les variables, puis de trouver les vecteurs propres de cette matrice, ainsi que leur valeur
propre associée. Les vecteurs propres donnent alors les axes factoriels. Ils sont déterminés
de facon a rendre compte le mieux possible de la dispersion des données présentes dans la
matrice. Les valeurs propres, quant & elles, sont proportionnelles & la variance associée &
ces axes. La derniére étape de la méthode consiste finalement & calculer les coordonnées
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des individus sur les nouveaux axes sélectionnés, c’est-a-dire les m vecteurs propres dont
les valeurs propres associées sont maximales.

La figure B.1 montre sur un exemple les deux axes principaux pi et p3 calculés a
partir d’un ensemble d’objets définis sur deux dimensions.

Fia. B.1 — Exemple d’Analyse en Composantes Principales

B.1.3 Pondération d’attributs

Dans [Friedman and Meulman, 2004, les auteurs proposent d’assigner & chaque
objet un poids sur les dimensions de 1’espace. Basée sur 'utilisation des plus proches
voisins, la technique est la suivante :

— démarrer avec toutes les dimensions également pondérées pour chaque objet;

— cibler les k plus proches voisins de chaque objet ;

— plus la dispersion du groupe des k plus proches voisins sur une dimension est

faible, plus le poids assigné a cette dimension est important ;

— ces poids sont ensuite utilisés pour calculer les nouvelles distances, qui sont réuti-

lisées pour cibler les k nouveauz plus proches voisins;

— et le processus est ainsi répété jusqu’a ce que les poids se stabilisent.

L’algorithme fournit alors en sortie une matrice de distances entre objets, qui peut
étre utilisée par n’importe quel algorithme de clustering, et permettra ainsi de refléter
le fait que les dimensions & prendre en compte pour les calculs de distance entre objets
peuvent varier d’un couple a ’autre.

B.2 Subspace clustering ascendant

B.2.1 CLIQUE

La premiére méthode proposée dans le cadre du subspace clustering est appelée
CLIQUE [Agrawal et al., 1998]. Basée sur l'utilisation de grilles, son principe général
est de rechercher les ensembles de cellules denses connectées dans des sous-espaces de
I’espace original. Comme toute méthode basée sur les grilles, elle nécessite donc la
donnée de deux paramétres utilisateurs : £ est un entier utilisé pour déterminer la
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taille de la grille & utiliser, obtenue en partitionnant chaque dimension de 1’espace de
description des objets en ¢ intervalles de méme longueur, et 7 représente le pourcentage
minimum d’objets qui doivent étre contenus dans une cellule de la grille pour qu’elle
soit considérée comme dense.

La méthode employée par CLIQUE se décompose en trois phases :

1. cibler les sous-espaces dans lesquels se trouvent des clusters denses ;
2. identifier les clusters dans ces sous-espaces ;
3. générer une description minimale des clusters trouvés.

Concernant la premiére phase, l'algorithme utilise la propriété de monotonie sui-
vante : si un ensemble d’objets Cy, est un cluster dans un sous-espace & m dimensions,
alors Cy, fait également partie d’un cluster dans toute projection a (m — 1) dimensions
de ce sous-espace.

Basée sur ce principe, une approche ascendante est donc utilisée pour cibler les
sous-espaces dans lesquels se trouvent des clusters denses. On démarre en projetant les
objets sur chaque dimension de ’espace. Pour sélectionner les sous-espaces pertinents
a considérer (ceux étant susceptibles de contenir des clusters denses), une technique
possible est de considérer ceux qui maximisent la couverture de 1’espace des objets par
les cellules denses (mesure qui sera faible si les objets sont uniformément distribués dans
le sous-espace, et inversement), en se basant sur le principe MDL ( Minimum Description
Length) pour décider de la zone de coupure entre sous-espaces conservés et sous-espaces
supprimés.

Puis, pour passer des sous-espaces candidats S,,—1 & (m — 1) dimensions aux sous-
espaces candidats S, & m dimensions, on combine deux sous-espaces de S,,,—1 & (m—1)
dimensions si ceux-ci ont leur (m — 2) premiéres dimensions en commun, et si tout
sous-espace & (m — 1) dimensions inclus dans ce nouveau sous-espace & m dimensions
est déja inclus dans S, 1.

Ensuite, lorsque les sous-espaces ont été trouvés et qu’il n’y a plus d’autre sous-
espace candidat, 1’étape suivante de la méthode consiste a cibler les clusters dans ces
sous-espaces, c’est-a-dire a identifier les ensembles de cellules denses connectées en uti-
lisant un clustering basé sur les grilles, puis de donner une description minimale de ces
clusters, sous forme normale disjonctive.

Pour cibler les clusters dans un sous-espace donné, la méthode choisie est récurrente
et admet deux paramétres : une cellule v et un numéro de cluster n. La méthode est
démarrée avec une cellule dense sélectionnée aléatoirement et un numéro de cluster
initial de 1. Puis la procédure récurrente, notée df s(u,n), est la suivante : sur chaque
dimension de ’espace, et pour chacun des deux voisins v (droite et gauche) de la cellule
u, si v est dense et qu’aucun cluster ne lui est encore assigné, alors l'assigner au cluster
courant n et lancer df s(v, n). Puis s'il reste encore des cellules non assignées a un cluster,
en sélectionner une aléatoirement, et relancer la méthode aprés avoir incrémenté n.

Enfin, la derniére phase de description des clusters se décompose en deux étapes :

1. effectuer une couverture de chaque cluster par des régions maximales ;

2. effectuer une sélection parmi ces régions pour obtenir une couverture minimale.
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La premiére phase se fait par un algorithme glouton :

— démarrer avec une cellule sélectionnée aléatoirement ;

— sélectionner une dimension aléatoirement et élargir la région courante sur la droite
ou la gauche si la nouvelle région ne couvre pas de cellule non dense, jusqu’a ce
que toutes les dimensions soient envisagées ;

— et ainsi de suite jusqu’a ce que toutes les cellules soient couvertes.

Puis finalement, pour obtenir une couverture minimale, on supprime les régions

redondantes en commencant par celles qui couvrent le moins de cellules.

B.2.2 ENCLUS

Dans [Cheng et al., 1999], les auteurs partent de la remarque que la mesure de
sélection des sous-espaces pertinents dans CLIQUE (la couverture de ’espace des objets
par les cellules denses) n’est pas suffisante. Ils proposent de tenir compte également de
la densité elle-méme des cellules. En effet, si nous considérons le cas de la figure B.2, qui
montre la fonction de densité de probabilité d’une variable aléatoire X, on remarque
que la couverture de ’espace des objets par les cellules denses est la méme dans les
deux cas, mais pas la densité elle-méme, qui est plus élevée dans le second cas. Or cette
notion de forte densité n’est pas prise en compte dans CLIQUE.

Densité Densité

X

Fi1G. B.2 — Deux sous-espaces de couverture identique mais de densité différente.

Pour affiner cette sélection des sous-espaces pertinents & considérer, la proposition
consiste donc a utiliser une autre mesure : 'entropie, la motivation étant qu’un sous-
espace contenant des clusters a typiquement une entropie inférieure aux sous-espaces
ne contenant pas de cluster.

Soit x I’ensemble des cellules considérées et p(z) la fonction de densité de probabilité
de la variable aléatoire X. L’entropie H(X) est alors définie par :

H(X)=-> p(z) x logp(x)

rex

Cette mesure est maximale lorsque les objets sont uniformément distribués dans I’espace
de description, et inversement.

De plus, l'entropie est également utilisée pour calculer la corrélation entre les di-
mensions du sous-espace concerné. Cela permet donc de détecter si les sous-espaces
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considérés ne contiennent pas des dimensions redondantes. Par exemple, dans le cas de
la figure B.3, considérer les deux dimensions X et Y est nécessaire pour identifier les
deux clusters dans le premier cas, alors qu’une seule dimension suffit pour cibler I'unique
cluster existant dans le second cas.

Y Y

X X

FiG. B.3 — Détection de la présence de corrélations entre dimensions.

Finalement , la nouvelle mesure introduite & maximiser est la suivante :

interest({Xy, ..., X ZH H(Xy,..,X,)

H(Xla 7 Z Z xla 5L logp(mlv"'a n)

Tr1EX1 Tn€Xn

l'idée étant que si H(X1,...,X,) = > ;= H(X;), c’est que les dimensions sont indépen-
dantes.

B.2.3 MAFIA

Constatant que l'utilisation de grilles fixes dans CLIQUE conduit & plusieurs pro-
blémes au niveau du temps d’exécution et de la précision des résultats de 1’algorithme,
il a été proposé dans [Nagesh et al., 1999] d’adapter le partitionnement des sous-espaces
en fonction de la répartition des objets. Le nombre de cellules générées est alors souvent
réduit, et la phase de description minimale des clusters est menée en méme temps que
le partitionnement, et non pas a posteriori. La construction d’une telle grille adaptative
sur chaque dimension suit les étapes suivantes :

—_

. créer I'histogramme de la répartition des objets sur la dimension ;

2. diviser la dimension en fenétres de trés petite taille (5%) ;

w

. & chaque cellule est associée le maximum des valeurs de l’histogramme qui la
composent ;

4. enfin, deux cellules dont les valeurs sont proches (+20%) sont fusionnées.

Enfin, lorsqu’il s’agit de passer de sous-espaces a (m — 1) dimensions & des sous-
espaces & m dimensions, la méthode ne considére pas uniquement les combinaisons
de sous-espaces & (m — 1) dimensions qui ont leurs (m — 2) premiéres dimensions en
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commun, mais toute combinaison de sous-espaces & (m — 1) dimensions qui ont (m — 2)
dimensions en commun. Un traitement paralléle est également proposé afin d’accélérer
la méthode.

B.2.4 SUBCLU

La méthode présentée dans [Kailing et al., 2004] étend celle de DBSCAN présentée
dans la section 3.5 au cas du subspace clustering, en utilisant une aproche ascendante
identique aux méthodes précédentes : il commence par partitionner les données sur
chaque dimension indépendamment, puis utilise les partitions effectuées dans les sous-
espaces & m dimensions pour passer & des partitions dans des sous-espaces & (m + 1)
dimensions. Mais au lieu de partitionner le sous-espace étudié a l'aide d’une grille, il
utilise DBSCAN pour identifier les clusters présents dans le sous-espace concerné.

Pour décider d’investiguer ou non un sous-espace donné .S,, & m dimensions, il vérifie
si tous les sous-espaces S;,—1 C Sy, & (m — 1) dimensions inclus dans S, contiennent
des clusters. Car si un sous-espace S,,—1 C S, ne contient pas de cluster, alors .5, ne
contiendra pas non plus de cluster, selon le méme principe de monotonie utilisé par les
méthodes précédentes.

Enfin, pour améliorer les performances de ’algorithme, il est possible d’utiliser les
partitions dans les sous-espaces S,,—1 pour effectuer la partition dans S,,. Et pour
choisir le sous-espace S,,_1 C S,, & considérer pour cela, ’heuristique que les auteurs
proposent est de sélectionner le sous-espace dans lequel un minimum d’objets a été
utilisé pour former les clusters.

B.3 Subspace clustering descendant

B.3.1 PROCLUS

La premiére méthode de subspace clustering ascendant qui a été présentée dans
[Aggarwal et al., 1999] est basée sur une recherche stochastique par K-médoides et deux
paramétres utilisateurs : le nombre K de clusters recherchés et le nombre moyen L de
dimensions nécessaires pour les décrire.

Un cluster projeté C} est défini comme un sous-ensemble Dj des objets associé a
un sous-ensemble Si des dimensions tels que les objets de Dy, soient fortement groupés
dans le sous-espace des dimensions S;. La méthode utilisée ensuite se divise en trois
phases principales :

1. sélection d’un ensemble initial de K médoides;

2. recherche des médoides les plus appropriés aux données et des sous-espaces les
plus appropriés aux médoides ;
3. raffinement du résultat.

Dans la phase d’initialisation, K médoides sont sélectionnés de facon itérative de
telle fagon que le médoide choisi soit le plus éloigné possible de I’ensemble des médoides
sélectionnés jusqu’alors.
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La seconde phase consiste a itérer trois étapes pour optimiser ’ensemble des K mé-
doides représentant les clusters recherchés, ainsi que les sous-ensembles des dimensions
associées & ces médoides :

1. considérer une nouvelle solution de K médoides;
2. rechercher les dimensions associées aux médoides ;

3. évaluer la partition.

Dans un premier temps, une solution voisine de la solution courante est propo-
sée. Celle-ci est construite en remplacant les médoides auxquels sont associés le moins
d’objets par d’autres médoides choisis aléatoirement dans ’ensemble des objets. Si une
solution est considérée comme plus pertinente que la solution courante, alors celle-ci
devient la nouvelle solution courante et la méthode est itérée. Sinon, une autre solution
voisine est sélectionnée et évaluée. Le processus se termine lorsque, aprés un nombre fixé
d’itérations successives, aucune autre solution n’est considérée comme plus pertinente
que la solution optimale courante, le critére de qualité d'une partition étant basé sur
la moyenne pondérée des radius des clusters, et la distance utilisée entre un objet Z; et
un cluster Cj, tenant compte du sous-espace dans lequel le cluster est projeté :

dist(T7,Cy) = > des, |Tid — Pkl
|Sk|
Concernant la recherche des dimensions S}, associées aux médoides jiz, celle-ci suit
les étapes suivantes :
— calculer g, le minimum des distances entre un médoide donné et tous les autres :

O = mingpydist(, ik,
— créer ’ensemble Lj représentant la localité de if; :
Ly, = {i € D|dist(z;, g) < 0}
— calculer Distyy la distance moyenne des objets de Ly a fig sur la dimension d :

> icr, dist(Tid, piga)

D’iStkd = |Lk|

— calculer Yj, et o les moyenne et déviation standard des valeurs Disty, :

Distry
Y, = 2.d IM
. Zi}il(DiStkd — Yk)2
ok = M—1

— calculer Zy4, indicateur de la pertinence de la dimension d pour le cluster CY :
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— puis trier les Z4 par ordre croissant, sélectionner les deux minima pour chaque
cluster Cy, puis les K x (L — 2) minima restant, et associer les dimensions d
correspondantes aux clusters Cj, correspondants.

Enfin, une derniére phase de raffinement est menée. Tout d’abord, les dimensions
associées aux clusters sont réévaluées, non plus uniquement en fonction des médoides,
mais en fonction de tous les objets appartenant aux clusters. Puis les objets dont la
distance & tous les médoides [i; est supérieure a la mesure A présentée ci-aprés sont
considérés comme étant du bruit dans les données.

Ay = mingypydist(ai, ir)

B.3.2 FINDIT

Dans [Woo and Lee, 2002], les auteurs se basent également sur une recherche sto-
chastique de K meédoides représentant les clusters, mais pour cibler I’ensemble des
dimensions qui leur correspond le mieux, ils utilisent une technique basée sur les plus
proches voisins.

Une nouvelle mesure de distance, notée dod pour Dimension-Oriented Distance, est
introduite. Celle-ci est basée sur ’hypothése que dans un espace de grande dimensio-
nalité, il est plus caractéristique que deux objets soient proches sur de nombreuses
dimensions que trés proches sur seulement quelques dimensions.

dod(%;,T;) = maz{dod(T; — T;),dode(T; — T;)}

dode(7; — Tj) = |Si] = {d € 5i NS | |wia — wjal < €}

S; dénote I’ensemble des dimensions associées a 1’objet Z;, et € est un réel positif
fixé proche de 0. Cette distance refléte ainsi le nombre de dimensions sur lesquelles deux
objets sont distants de plus de e.

Pour effectuer la sélection des dimensions associées aux objets, une nouvelle méthode
appelée Dimension Voting, basée sur l'utilisation des plus proches voisins, est également
introduite. Le principe est le suivant : pour un objet et une dimension donnés, si a% de
ses k plus proches voisins sont distants de moins de ¢, alors la dimension est considérée
comme caractéristique de ’objet.

Deux paramétres sont nécessaires & la méthode :

1. Chiinsize, le nombre minimum d’objets que les clusters doivent contenir;
2. Dpindist, la distance minimale séparant les clusters.

La méthode se divise ensuite en trois phases principales :

1. échantillonnage;

2. formation des clusters;

3. association des objets aux clusters.
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Dans la premiére phase d’échantillonnage, deux ensembles sont créés : ’ensemble D
des données et I’ensemble O des médoides. La formation des clusters suit ensuite les
étapes suivantes :

1. déterminer I’ensemble des dimensions associées a chaque médoide i de O par la
méthode de Dimension Voting ;
2. assigner les objets T; de D aux médoides dont ils sont les plus proches a la
condition suivante :
dod (i — 7;) =0
les objets qui ne peuvent étre assignés a aucun médoide sont alors identifiés comme
étant du bruit;

3. regrouper les médoides i et Ji; vérifiant la condition de proximité suivante :
dod (,U—k) - m) < Dpindist

le médoide résultant de la fusion est alors la moyenne des médoides initiaux pon-
dérée par le nombre d’objets qui leur sont associés, et les dimensions conservées
sont celles qui sont associées a plus de 95% des médoides concernés ;

4. regrouper les nouveaux médoides proches les uns des autres et supprimer ceux qui
sont associés & moins d'un certain nombre d’objets (dépendant de I’échantillonnage
effectue).

Cette méthode est alors exécutée 25 fois en faisant varier € de 1 & 25% de l'intervalle
de définition des objets, puis ’ensemble de médoides optimisant le critére suivant est
conserve :

K
Qc=>_ Nix Skl
k=1

Enfin, chaque objet de D est associé au cluster dont le médoide est le plus proche.

B.3.3 DOC

Une autre possibilité présentée dans [Procopiuc et al., 2002] pour la formation des
clusters projetés est de chercher a optimiser un critére qui se base sur une densité
minimum & respecter par les clusters ainsi qu’une largeur maximum sur ses dimensions
associées.

Etant donné 0 < o < 1 et w > 0, un cluster projeté a-dense de longueur w dans D
est défini par un couple (Dg, Si) ot D C D et S C S tel que :

1. D; est a-dense, c’est-a-dire que N > a x N ;
2. YV d € Sk, max(ep,yTid — MiN{ie D} Tid < W
3. V. d € S\Sk, mazriecp,)Tiqg — Mingicp,yTida > W.

La qualité d’un cluster projeté est définie par p(Ng,|Sk|), ot g : R x R — R est
une fonction monotone croissante sur chaque argument avec ©(0,0) = 0 : par exemple

p(a,b) = a(1/B)".
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La méthode proposée pour la formation des clusters est stochastique. D’abord un
objet fi; est choisi aléatoirement comme graine et un ensemble d’objets Dy lui sont
associés. L’ensemble des dimensions sur lequel le critére de largeur maximum est respecté
est ensuite créé :

Sk ={d | |riqg — pra| < w Vi€ Dy}

Puis Dy, est mis a jour en sélectionnant les objets de D contenus dans I'’hypercube
de centre iz, et de largeur w sur Sy, et le cluster est conservé s’il est a-dense.

Le critére d’arrét peut étre défini de plusieurs fagons : un certain pourcentage d’ob-
jets a été groupé, ou un certain nombre de clusters a été atteint, ou la mesure de
qualité des clusters a trop diminuée. Les clusters optimisant la fonction u, qui peuvent
se chevaucher, seront finalement retournés.

B.3.4 HARP

Alors que les algorithmes existants laissent le soin & l'utilisateur de fixer certains
parameétres du modeéle (CLIQUE nécessite un seuil de densité, PROCLUS le nombre
moyens de dimensions pertinentes des clusters, etc.), les auteurs de [Yip et al., 2003]
proposent d’utiliser des seuils qui seront ajustés de facon dynamique afin d’éviter la
spécification de paramétres par 1'utilisateur.

Un indice de pertinence d’une dimension d pour un cluster C} est d’abord définie
comme le rapport entre la déviation standard locale et globale :

2
R(Cpod) =1 - Z1Ged
0?(D,d)

Cet indice de pertinence est ensuite utilisé pour faire la sélection des dimensions
pertinentes & considérer pour un cluster donné : celles dont la valeur est au dessus d’un
certain seuil qui sera ajusté de fagcon dynamique. Cet indice est également utilisé dans
le calcul de similarité entre clusters :

RSim(C;,Cj) = > R(Cy,d)
deSk

avec ()}, le résultat de la fusion entre C; et Cj, et Si I'ensemble de ses dimensions
associées.

Cependant, en utilisant cette mesure, deux cas de mutual disagreement peuvent
arriver : lorsque sont effectuées des fusions entre deux clusters de tailles trés différentes,
ou entre deux clusters dont le nombre de dimensions associées est trés différent. Une
nouvelle mesure est donc introduite, qui empéchera de fusionner deux clusters si sa
valeur est trop élevée :

1
MD(C;,Cj) = 1— M(C;,Cy,d
(Cy,Cy) 5.0 Sj‘deSEiUSj( (Cy,Cy,d))
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0 si R(C;,d|Cy) <0 ou R(C},d|Cy) <0
M(C;, Cj,d) = min(R(Ci,d|C),R(C;,d|CL))

maz(R(Cy,d|Cy,),R(C;,d|Cy)) SHOT

(1(Ci,d) — p(C, d))* + 0*(Cy, d)

L’algorithme utilisé est hiérarchique ascendant basé sur deux seuils dynamiques :

— Siin le nombre minimum de dimensions associées aux clusters;

— et R, la valeur minimum de I’indice de pertinence de ces dimensions.

Une dimension est alors associée & un cluster si son indice de pertinence est supérieur
a Rpyin- Et deux clusters C; et C; sont autorisés & fusionner si le cluster résultant Cj,
posséde au moins S, dimensions associées (& noter que S C S; U S;).

Apreés avoir initialisé les deux seuils Sy = M et Ry, = 1, algorithme fonctionne
en deux étapes itérées jusqu’a ce qu'un nombre de clusters cible soit atteint :

1. fusionner les deux clusters C; et C; (= C}) maximisant leur similarité RSim,
jusqu’a ce que plus aucune fusion ne soit possible :

Zdesk R(Ck7 a)
| S|

‘Sk‘ < Smm ou X MD(CZ,C]) < Rmin v (CZ‘,Cj,Ck)

2. diminuer les seuils :

1
M—-1

Smin = Smin — 1 €t Ryin = Ryin —

B.3.5 LAC

Afin d’éviter la spécification de paramétres de la part de l'utilisateur, la méthode
proposée dans [Domeniconi et al., 2004] et appelée LAC va associer a chaque dimension
de chaque cluster un poids précisant son importance pour le cluster considéré, au lieu
d’en sélectionner un sous-ensemble.

LAC se base pour cela sur l'algorithme K-means, et associe un vecteur de poids
sur ’ensemble des dimensions de I'espace & chaque centroide de cluster. Une notion de
cluster pondéré est donc introduite : sous-ensemble des objets, associé a un vecteur de
poids sur les dimensions de l’espace. Et 1’algorithme procéde comme suit :

1. démarrer avec K centroides initiaux : le premier est tiré aléatoirement, puis les
suivants sélectionnés sont les plus éloignés possible de ceux déja sélectionnés;

2. initialiser les poids wiq = 1/vM de chaque cluster Cj sur chaque dimension de
I'espace d;

3. puis jusqu’a ce qu’il y ait convergence, c’est-a-dire que plus aucun objet ne change
d’affectation de cluster d’une itération & l’autre :
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— associer chaque objet au centroide dont il est le plus proche, la notion de proxi-
mité dépendant de la matrice de poids W :

Dy, = {i € D|k = ArgMiny Lw(ni, z;)}

M
Ly (11, %) = | Y wia X (pua — wia)?
=1

— mettre & jour les poids des clusters de centroide ji; sur chaque dimension d :

ZieDk (1ka — ~Tid)2

Y., =
kd Ny,

B exp(—h X Yiq)
Wrd = ~
\/ijl exp(—h x 2 x Yy;)

h permettant de donner plus ou moins d’importance & Yy, dans la mise & jour
des poids wyg, et fixé a 9 expérimentalement ;
— mettre & jour les objets associés aux clusters :

— et mettre & jour les centroides des clusters :

—
7 = 2 iep, Ti
FE TN,

B.3.6 CLTREE

Dans [Liu et al., 2000], une technique originale permettant d’adapter les arbres de
décision au clustering a été proposée, qui permet ainsi d’associer aux clusters formés des
sous-ensembles de dimensions qui leur sont propres, et de fournir en sortie un résultat
compréhensible par I'utilisateur.

L’idée générale de la méthode appelée CLTREE est de considérer I’ensemble des
objets de la base comme des exemples positifs, et de supposer ’espace uniformément
distribué par des exemples négatifs. Le probléme de partitionnement de ’espace des
objets devient alors dans ce cadre un probléme de classification supervisée, que les
auteurs proposent de résoudre a I’aide des arbres de décision.

La procédure générale de la méthode consiste donc & contréler ’ajout d’objets fic-
tifs classés négativement pour une création aussi pertinente que possible de ’arbre de
décision. Pour cela, les auteurs proposent de faire en sorte qu’il y ait toujours au moins
autant que d’objets réels que d’objets fictifs dans la zone courante étudiée.

Initialement, autant d’objets fictifs répartis uniformément dans ’espace de descrip-
tion des objets sont donc ajoutés qu’il existe d’objets réels. Puis lorsque la méthode
arrive dans une région de l’espace ou il y a moins d’objets fictifs que d’objets réels, alors
autant d’objets fictifs qu'il faut sont ajoutés pour atteindre le nombre d’objets réels.
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Si au contraire la méthode arrive dans une région de ’espace dans laquelle il y a plus
d’objets fictifs que d’objets réels, aucune action n’est menée, ce qui permet de cibler le
bruit qui peut exister dans les données.

Les objets fictifs n’étant pas ajoutés physiquement, ils doivent étre calculés a la
volée. Ceci est fait simplement dans le calcul du Gain d’Information utilisé lors de
la construction de ’arbre, cette mesure ne nécessitant que le nombre de membres de
chaque classe dans chaque sous-partition créée par rapport & la dimension sélectionnée :

IG(E,d) = Entropie(E) — Z |$“Entropie(Es)
s€subset(d)

avec E I’ensemble des objets concernés, d la dimension sélectionnée pour le partition-
nement, s les sous-ensembles de d définissant la partition sur d, et Entropie(E) =
— > i 1 pi x log(p;), ou p; est la proportion de membres de la classe i dans E, et ¢
le nombre total de classes (égal & deux dans notre cas). Le nombre de membres de la
classe négative associés au sous-ensemble s de d est donc calculé proportionnellement a
la longueur relative de I'intervalle défini par s : |s|/|d].

B.3.7 4-cluster

Enfin, dans [Wang et al., 2002], les auteurs constatent que dans certains cas, comme
par exemple dans des bases de données bio-informatiques ou en filtrage collaboratif,
certains groupes ne sont pas caractérisés par des valeurs proches sur certaines dimensions
mais sur une évolution identique de ces valeurs. L’objectif dans ce cadre est alors de
regrouper les objets qui ont les mémes tendances sur un sous-ensemble de dimensions.

Un nouveau modéle de d-cluster est donc introduit pour définir la cohérence d’un
sous-ensemble d’objets. Etant donnés i, € Dy, et a,b € Sy, le pScore de la matrice
2 x 2 correspondante est :

pScore([ ;;Z ZZ ]) = [(zia — Zip) — (Tja — xjp)|

Un couple (Dy, Si) forme alors un J-cluster si pour toute sous-matrice X de (D, Sk),
pScore(X) < 6 pour 6 > 0. Ainsi, toute sous-matrice (D}, S};.) avec D). C Dy, et S;. C Sy,
est aussi un J-cluster.

Trois paramétres sont nécessaires & la méthode : le seuil 4, le nombre minimum
d’objets ming et le nombre minimal de dimensions ming considérés pour la formation
des é-clusters. La méthode est déterministe et descendante, et se donne comme objectif
de caractériser les clusters par un nombre minimum de dimensions. Les ensembles de
dimensions S associées aux clusters C). doivent donc vérifier qu’aucun sous-ensemble
S}, O Sy n'existe tel que (Dy,S},) soit également un d-cluster.

Etant donné un ensemble d’attributs Sy, deux objets Z; et Z; forment un d-cluster
sur Sy si leurs valeurs sur I’ensemble des dimensions de S; ont une distance inférieure
ad:

|~Tid_~1'jd‘ <dVdesS;
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Pour cibler I’ensemble maximal Sy, des dimensions associées & deux objets Z; et 77,
on forme dans un premier temps la séquence correspondant & ’ensemble des différences
de leurs valeurs sur S rangées dans 'ordre croissant :

?(TZ, T;,S) = s1..5Mm

L’ensemble maximal Sj des dimensions correspond alors & ’ensemble des dimensions
présentes dans la sous-séquence de taille maximale de cette séquence :

?(E},@),Sk) = {Si...8j|j > 1 et S5 — 84 <det Sj+1 — 8 > 0 et S5 — Sj—1 > 5}

Une fenétre, définie par une borne minimale et une borne maximale, est donc dé-
placée sur la séquence ?(f{, 7;,S5). Si les valeurs aux extrémités de la fenétre ont une
distance inférieure & J, alors la borne maximale est incrémentée. Sinon, la sous-séquence
précédente est stockée si sa taille était supérieure & ming, et c’est la borne minimale
qui est incrémentée.

Ces ensembles servent alors de base pour la formation finale des é-clusters, les para-
meétres ming et ming servant & faire le tri parmi les différents candidats. Outre la difficile
spécification de ces paramétres par 1'utilisateur, la problématique la plus importante de
cette méthode est évidemment sa complexité, en O(N? x Mlog M + M? x Nlog N)
en fonction du nombre d’objets N et du nombre de dimensions M. Par contre, c’est la
seule & avoir pris en compte la problématique des clusters n’étant pas définis par des
valeurs identiques sur certaines dimensions, mais par des évolutions identiques de ces
valeurs.

B.4 Bilan

L’objectif du subspace clustering est en fait de trouver un bon compromis entre :

1. minimiser les distances entre les valeurs des membres d’un cluster donné sur ses
dimensions associées,

2. maximiser le nombre de dimensions associées aux clusters,
3. et maximiser le nombre de membres des clusters.

Intuitivement, de faibles distances entre les valeurs des membres d’un méme cluster
sur ses dimensions associées indiquent que les membres de ce cluster s’accordent sur
de petits intervalles de valeurs. Un nombre important de dimensions associées indique
que les membres du cluster sont similaires dans un sous-espace de grande dimension, et
donc qu’ils ont une probabilité forte d’appartenir au méme concept. Et un nombre de
membres important dans un cluster indique un support important sur les dimensions
sélectionnées, et c’est donc peu probable que les faibles distances entre ces objets soient
le fruit du hasard. Mais la difficulté du probléme vient du fait que ces contraintes vont
dans des sens opposés :

— pour un nombre fixe d’objets, minimiser les distances entre valeurs sur les dimen-

sions sélectionnées va tendre a en sélectionner le moins possible;



208 Prise en compte du contexte

— pour un nombre fixe de dimensions, minimiser les distances entre valeurs des
objets sélectionnés va tendre & en sélectionner le moins possible;

— et pour une valeur maximum fixée de distance entre membres d’un méme cluster
sur ses dimensions associées, maximiser le nombre de dimensions associées va
tendre & ne considérer que peu d’objets, et inversement, maximiser le nombre
d’objets considérés va tendre & minimiser le nombre de dimensions associées.

Face a ce difficile probléeme d’optimisation, les différentes méthodes de subspace

clustering que nous avons présentées se basent sur des techniques différentes : les mé-
thodes de subspace clustering ascendantes sur les dimensions, telle CLIQUE, laissent le
soin & l'utilisateur de fixer le premier critére de la densité minimum & respecter par les
différents clusters, et cherchent alors les clusters qui maximisent le nombre de dimen-
sions associées aux clusters, correspondant au second critére ; PROCLUS, lui, demande
a l'utilisateur de fixer le nombre de dimensions associées aux clusters, puis cherche les
dimensions qui minimisent le premier critére; quant & DOC, il demande & l'utilisateur
de fixer le premier critére de densité minimum & respecter pour la formation des clus-
ters, puis cherche les clusters qui maximisent le nombre de dimensions associées aux
clusters et le nombre de membres de ces clusters (critéres 2 et 3) ; HARP va lui utiliser
des seuils dynamiques afin d’éviter de requérir de la connaissance a priori de la part
de l'utilisateur ; enfin LAC va lui faire le choix de pondérer 'importance de chaque
dimension afin d’éviter d’avoir & en sélectionner un sous-ensemble.



Annexe C

Algorithme Tuareg

C.1 Meéthode de partitionnement de Fisher

Soit E = {v1,...,v,} un ensemble ordonné, de taille n, de valeurs & partitionner en
k sous-ensembles. L’algorithme de partitionnement proposé dans [Diday et al., 1982a]
permet de trouver la partition optimale de cet ensemble, pour un nombre k de clusters
fixé, vis-a-vis de la somme (W) des inerties intra-clusters (I) des clusters créés.

On identifie un cluster ¢; par un couple d’identifiants minimum m; et maximum M;
sur E. L’inertie d’un cluster ¢; = {vp,, ..., vns, } est alors donnée par :

ou G; est le centre de gravité du cluster :
M;
Zm:mi Um
Mi —my

On note W (F;) la somme des inerties des clusters ¢;, pour i € [1,(], contenus dans
la partition P; de taille [ :

Gi =

z
W(P) = I(c)
=1

Inspiré de la programmation dynamique, ’algorithme de Fisher consiste & calcu-
ler par récurrence une suite de partitions optimales Pl’ de {v;,...,v,} en [ classes. Le
déroulement de l'algorithme peut étre décrit de la fagon suivante :

— on pose P! = {v;,...,v,} pour i € [1,n];

— pour [ € [2,k — 1], on calcule les partitions

Pl = ({v, ...,vj},Ple'll) pour i € [1,n — 1+ 1]

ou la partition Pljjll al—1 classes de {vj11,..., v, } a été calculée a I’étape précé-
dente [ — 1 et ol j est choisi dans [i,n — [ + 1] de fagon a ce que I({v;,...,v;}) +
W(Pljjll) soit minimum
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— enfin, & I’étape k, on construit la partition
P,i = ({v1, ...,vi},P,if%)
ol i est choisi dans [1,n — k + 1] de fagon a minimiser I({v1, ...,v;}) + W(Pi7).

La figure C.1 montre un exemple d’exécution de cet algorithme, pour l’ensemble
E =10,1,8,9], et k= 3.

i=1 i=2 i=3 i=4

I=1|  [0,1,89] [18,9] [8.9] 9  =>[0189]
ola ||/
[0,1] + [8.9] ’// =>[0,1] +[8,9]

1| 1018+ 9“7

[1]+
(18] +

)

(8] +| 9]

/

/4

o1+ 11+ 891
[0.1] + | [8]+ [9]

=>[0] +[1] +[8,9]

=3

\

Fia. C.1 — Partitionnement de Fisher de ’ensemble [0,1,8,9] pour K=3.



Annexe D

Algorithme SuSE

D.1 Démonstrations

Dans cette section, nous justifions de maniére théorique les équations que nous
utilisons dans les algorithmes SSC et SuSE présentés dans le chapitre 5.

Ces deux méthodes statistiques sont basées sur I’hypothése que les données ont été
générées selon un mélange de distributions de probabilités, la problématique étant alors
de trouver, en fonction des données observées, les paramétres de ces distributions, ainsi
que les probabilités du mélange, et les paramétres cachés du modéle correspondant aux
affectations des objets aux différentes composantes du mélange.

Le modeéle que nous avons construit est lui basé sur I’hypothése que les données ont
été générées selon des distributions indépendantes sur chaque dimension, gaussienne sur
dimension numérique et multinomiale sur dimension catégorielle.

Le modéle 6 que nous utilisons pour représenter les données consiste donc en un
meélange de K distributions 6 pour k € [1, K], caractérisées par leur centre ugq et leur
variance opg sur toute dimension numérique d, par un vecteur de fréquences Freqsgqg
sur l’ensemble des modalités possibles de toute dimension catégorielle d, et par leur
probabilité d’apparition 7.

Les appartenances des objets aux clusters sont alors vues comme des parameétres
cachés du modele. On pose z;, = 1 si objet T; a été généré par la distribution 6, et
zit = 0 sinon. L’ensemble D, = {Z/|1 < i < N} forme alors l’ensemble des données
cachées, D, = {Z;|1 < i < N} ensemble des données observées, et D, = {y;|1 <i <
N} lensemble complet des données, avec y; = (77, Z ).
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L’objectif est alors de maximiser la vraisemblance du modeéle 6 par rapport aux
données completes Dy, notée L(6|D,). On parle d’estimation par mazimum de vraisem-
blance. Si I'on fait ’hypothése que les objets ont été générés indépendamment les uns

des autres, on a :
N

L(8|Dy) = P(Dy|6) = ] [ P(vil6)

i=1
L’utilisation du logarithme de cette fonction permet de considérer une somme de
termes au lieu d’un produit, et maximiser L(6|D,) équivaut & maximiser son logarithme.

log L(6|D,) ZlogP ¥i|0)

La méthode que nous utilisons pour résoudre ce probléme d’optimisation est 1’al-
gorithme EM, qui consiste en une succession de deux phases permettant d’optimiser le
modele 6 & chaque étape :

1. étape E (Estimation) : évaluer les paramétres cachés du modéle D, en fonction
des paramétres courants du modéle 6 ;

2. étape M (Maximisation) : mettre a jour les paramétres du modele 6 en fonction
des nouveaux parameétres cachés D,.

Plus formellement, la premiére étape d’Estimation de ’algorithme EM revient &
supposer le modéle 6 connu et & chercher I’ensemble des données cachées D, optimal
sous ce modéle, ce qui revient & estimer :

Q(0) = E.{log P(Dy|0)| Dy, 0}

Etant donnée 'hypothése d’indépendance des objets, on a :
P(D,|0) HP yil0)

P(y|0) = P(zi,%]|0)
= 7, X P(T}|0k) pour k tel que z;; = 1

= TTisi (e x P(z|6)))

P(D,|0) = HH (7 x P(T|0}))%*

log P(Dy16) = Y0y Yy zin x log(me x P(F:10k))
S Sz x log P(F0k) + o1y Sohy zik x log

QW) = E {logP(D 10)| Dz, 0}
= Zz IZk 1 BoAzik| Dy, 0} % log P(7} |9k)+zz IZk; 1 Ex{zik| D, 0} % log m,
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Zik = E{zix|Dy,0}
= 0x P(z, = 0|Dy,0) + 1 x P(z, = 1|D,, 0)
= Pz =17,0) (D.1)
e X P(T|0x)
>, 7 P(T; [6;)

Finalement, la phase d’Estimation de ’algorithme EM consiste donc & estimer ces
probabilités Z;. étant donné le modéle courant 6 supposé connu, selon 1’équation D.1.

Dans la seconde phase de Maximisation de ’algorithme EM, 'hypothése inverse est
considérée : on suppose connues les probabilités d’appartenance des objets aux clusters
_ R .. . . K
Zik, et on cherche & maximiser la fonction @ sous la contrainte que ), , 7, = 1. Pour
cela, on construit donc la nouvelle fonction @’ suivante, utilisant le multiplicateur de
Lagrange )\ :

N K
ZZzzkxlogP Z;|6k) +ZZ ik X log(mg) + A x (1 Zwk)

=1 k=1 =1 k=1 k=1

L’optimum de cette fonction est atteint lorsque sa dérivée par rapport aux para-
meétres inconnus du modéle est nulle. Voyons d’abord ce que cela entraine dans la mise
& jour des paramétres 7.

Zik
87Tk Z__)\_O

K K N —
Z _1_Zk;:1 D i1 Zik
==

K N
A= Fa=N
k=1 i=1
Zi\ilzik
N

Voyons ensuite la mise & jour des paramétres dans le cas que nous considérons ot
la distribution est supposée gaussienne sur les dimensions numériques et multinomiale
sur les dimensions catégorielles.

Donc 7y, = (D.2)

710x) = [ Plwialbra)
deSy
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2
_1 Tid —Hkd
— ’ 7kd > si d numérique
P(zia|0ka) = V27ogg 4
Freqsgq(xiq) si d catégorielle

log P(T0) = Y _ log P(ziq|0ra)

deSy,
2
log —=— — 2 <M> si d numeérique
V2o 2 Okd
log P(4|0ka) = *
log Freqskq(xiq) si d catégorielle

Commencons par calculer la dérivée de la fonction @' par rapport & juxg.

1
log P(Z;|0k) = —5(%ia — fka)

Olika Okd
N N
oQ’ _ 1 1 _
= Zik—5 (Tiad — pkd) = —5~ Z Zik X (Tiq — pra) =0
a'ukd i=1 Okd Okd i=1
N N
Donc Zfik X Tig = Zzik X fked
i=1 i=1
N —
Y Zik X T
Donc pigq = W (D.3)
> i1 Zik

Calculons ensuite la dérivée de Q' par rapport & opg.

0 1 1
log = ——
00ka 2T okg Okd
9 {_1 <xid - Mkd)Q} _ (®id — pwa)®
00 L4 2 Okd U,?;d
50 N 1 o 2
Done 29~ _ S 7 (__ n (i S#kd) > _0
004 P Okd Tiog
N o 9
Zz}g((ﬂfzd 2Mkd) 1> —0
i=1 Okd
N
_ (wiqg — pra)? _
Z Zik 2 - Zik
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N = L 2
Et finalement o2, — 2=i=L 7% fv(x_"l Hicd) (D.4)
> im1Zik

Enfin, calculons la dérivée de Q' par rapport a Fregsgq(mod).

0 L six,y = mod
loe P(Z2160.) = I, _ — Freqsgq(mod) g
OFreqskq(mod) 08 P(%il60k) = Tz ia=mod) { 0 sinon

A cela on ajoute la contrainte que pour tout cluster Cy avec k € [1, K], et toute
dimension catégorielle d, on a :

Z Freqsgg(mod) = 1
mode M odalitesy

Il faut donc ajouter le terme suivant C’ a Q' :

S VD VD

Aed X (1 — Fregsgqg(mod))
k=1 d Catégorieue mod€e M odalitesy

oc’ _
OFreqsgq(mod) hd

Q' - > Zik
aF'I”QQSkd(mOd) - Z Zik % I{$id:mod} —Akd = Z —Aeg =0
=1

{1<i<N|z;q=mod} Freqskd(mOd)
Z ; - Zik
Donc Freqsgq(mod) = {1S7’§Nfzd mod} ©1
kd

Or Z Fregsgq(mod) =1

modé& M odalitesy

= N -
Z Z{lﬁiSleiFW)d} Zik Y i1 Zik

prm— pr— 1
A A
mod€ M odalitesy kd kd

N
Donc A\pg = E Zik
=1

, o Zik
Et donc Fregsgq(mod) = Z{ISZSN]L;C”_mOd} : (D.5)
D im1 Zik

Finalement, la phase de Maximisation de ’algorithme EM revient & mettre a jour
les paramétres du modéle selon les équations D.2, D.3, D.4 et D.5.
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D.2 Détails d’implémentation

Dans des problémes contenant de nombreuses dimensions, les calculs de probabilité
peuvent rapidement dépasser les capacités machines. Pour ces calculs, il faudra donc
utiliser des nombres sous forme scientifique (mantisse et exposant).

Pour éviter qu'une probabilité nulle sur une dimension catégorielle n’annule une
probabilité globale, on fixe la fréquence minimale d’une modalité & 10730,

De méme, et pour éviter les divisions par 0 lorsque la déviation standard des membres
d’un cluster sur une dimension numérique est égale & 0, on fixe la déviation standard
minimale & 0.0269, ce qui correspond & P(z;4|0rq) = 1073% lorsque g — ptra = 1.

Les valeurs manquantes sont ignorées dans les calculs. Ainsi, l'initialisation de pgq
avec la possibilité de valeurs manquantes se réécrit comme suit :

_ 2_{ieDyfrsq défini) Tid
~ |{i € Dy|ziq défini}|

Hkd

D.3 Utilisation dans le logiciel Pertinence

L’utilisation de 'algorithme SuSE dans Pertinence Rule Maker 7™ permet a 'utili-
sateur d’appréhender un nouveau jeu de données. Il lui permet de découvrir la topologie
de sa base, d’observer la répartition des objets dans leur espace de description, en lui
mettant en avant les dimensions sur lesquels les groupes d’objets se distinguent le plus.

Il peut par exemple lui permettre de découvrir des points isolés, des corrélations
entre dimensions, des groupes d’objets bien séparés, des zones de l’espace trés denses,
ou bien des zones de densité différentes. Il peut donc étre utilisé pour des problémes
typiquement non supervisés. Mais il peut également mettre en avant des liens entre
les classes et les zones de 'espace, s’il existe un lien entre les clusters et les classes.
L’utilisateur peut étre intéressé par étudier la topologie générale de la base ou bien la
topologie par classe.

A partir d'une telle étude, il peut vouloir sauvegarder directement les régles apprises
identifiées comme porteuses de sens. Il peut aussi vouloir séparer le jeu de données initial
en sous-jeux de données selon les clusters formés. Il peut vouloir créer de nouveaux
attributs en associant par exemple & tout objet de la base initiale un identifiant du
cluster auquel il est associé. Il peut vouloir supprimer du jeu de données quelques
objets isolés. Ou il peut vouloir concentrer sa recherche sur les dimensions pointées
comme discriminantes au niveau de la topologie.

Enfin, nous proposons ici plusieurs indicateurs qui peuvent étre associés aux résul-
tats du clustering, permettant ainsi & 1'utilisateur d’appréhender au mieux les résultats
produits :

1. La vraisemblance du modéle par rapport aux données est fournie par la mesure
LL(6|D). Mais cette mesure prend des valeurs qui ne sont pas définies dans un
intervalle spécifique. Afin d’obtenir une valeur qui ait du sens pour l'utilisateur,
on peut alors utiliser le rapport entre la valeur du critére BIC pour la partition
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courante, et celle calculée pour une partition ne contenant qu’un seul cluster. La
valeur correspondra alors & un taux d’intérét du partitionnement.

2. La plupart du temps, la méthode sera utilisée en pré-traitement d’une recherche
supervisée. Pour mesurer 'adéquation entre les clusters et les classes, un critére
de correspondance entre les classes et les clusters, telle I’entropie, peut donc étre
calculé et fourni a l'utilisateur.

3. La méthode étant exécutée plusieurs fois avec des initialisations aléatoires, on peut
en profiter pour évaluer la stabilité du clustering. L’idée de base est la suivante : si
les partitions changent du tout au tout a chaque exécution, le jeu de données n’a
probablement pas de partition naturelle et celle qui est obtenue est contestable;
si au contraire certains éléments sont groupés dans toutes les partitions, alors on
peut penser que ces éléments sont naturellement groupés. On peut donc utiliser
une matrice de compatibilité entre objets, spécifiant s’ils se retrouvent souvent
groupés ensemble lors des différentes exécutions. A chaque exécution, la compati-
bilité entre deux objets appartenant au méme cluster est incrémentée. Et a la fin
des différentes exécutions, on calcule pour chaque cluster de la partition finale la
moyenne des compatibilités entre ses membres, divisée par le nombre d’itérations
pour obtenir un taux.

4. Le poids moyen des dimensions pour chaque cluster fournit également de !’in-
formation sur les clusters produits : plus ce poids est élevé, plus ce cluster est
spécifique, et plus il est probable qu’il ne soit pas di au hasard.

5. Enfin, le nombre d’objets entrés dans les régles lors du passage du modéle aux
régles fournit également de l'information : il donne une idée du taux de caricature
des régles par rapport au modéle appris, et de la proximité des clusters entre eux.
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Summary

This phd thesis lies in the framework of unsupervised learning, that consists in crea-
ting different groups from a given dataset, so that data objects that are considered as
the most similar are associated to the same group whereas data objects that are consi-
dered as different are associated to distinct groups. It thus allows us to extract some
knowledge from this set of data.

We first propose two new methods that take into account the context in which the
clusters are created, that is the fact that the caracteristics of the different groups may
be defined according to different subsets of the attributes that describe the data. In the
design of these methods, we also considered the problems of minimizing the prior know-
ledge required from the user and of presenting the results in an interpretable and visual
way. We then present some possible extensions of these methods, in the framework of
supervised learning and then faced with semi-structured data represented as trees.

Many experiments conducted on artificial as well as real data are presented and
show the interest of these methods. Finally, as evaluating the results produced by an
unsupervised learning approach and comparing such methods are open problems, we
propose a new evaluation method that is more global, objective and quantitative than
the traditionally used ones, and we experimentally show its relevance.
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Résumé

Cette thése se place dans le cadre de 'apprentissage non supervisé, qui consiste a
former différents groupes a partir d’'un ensemble de données, de telle maniére que les
données considérées comme les plus similaires soient associées au méme groupe et qu’au
contraire les données considérées comme différentes se retrouvent dans des groupes dis-
tincts, permettant ainsi d’extraire de la connaissance & partir de ces données.

Nous proposons d’abord deux nouvelles méthodes qui prennent en compte le contexte
dans lequel les groupes sont créés, c’est-a-dire le fait que les caractéristiques des diffé-
rents groupes peuvent étre définies sur différents sous-ensembles des attributs décrivant
les données. Dans la mise en oeuvre de ces méthodes, nous avons également considéré
les problématiques de la minimisation du nombre de connaissances a priori requises de
la part de 'utilisateur et de la présentation des résultats sous forme compréhensible et
visuelle. Nous présentons ensuite plusieurs extensions possibles de ces méthodes, dans le
cadre de ’apprentissage supervisé puis face a des données semi-structurées représentées
sous forme arborescente.

Différentes expérimentations sur données artificielles puis sur données réelles sont
présentées qui mettent en avant l'intérét de ces méthodes. Le probléme de 1’évaluation
des résultats produits par une méthode d’apprentissage non supervisé, et de la compa-
raison de telles méthodes, restant aujourd’hui un probléme ouvert, nous proposons enfin
une nouvelle méthode d’évaluation plus globale, objective et quantitative que celles uti-
lisées traditionnellement, et dont la pertinence est montrée expérimentalement.
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Résumé

Cette thése se place dans le cadre de I'apprentissage non supervisé, qui consiste a
former différents groupes a partir d’'un ensemble de données, de telle maniére que les
données considérées comme les plus similaires soient associées au méme groupe et qu’au
contraire les données considérées comme différentes se retrouvent dans des groupes dis-
tincts, permettant ainsi d’extraire de la connaissance & partir de ces données.

Nous proposons d’abord deux nouvelles méthodes qui prennent en compte le contexte
dans lequel les groupes sont créés, c’est-a-dire le fait que les caractéristiques des diffé-
rents groupes peuvent étre définies sur différents sous-ensembles des attributs décrivant
les données. Dans la mise en oeuvre de ces méthodes, nous avons également considéré
les problématiques de la minimisation du nombre de connaissances a priori requises de
la part de l'utilisateur et de la présentation des résultats sous forme compréhensible et
visuelle. Nous présentons ensuite plusieurs extensions possibles de ces méthodes, dans le
cadre de ’apprentissage supervisé puis face a des données semi-structurées représentées
sous forme arborescente.

Différentes expérimentations sur données artificielles puis sur données réelles sont
présentées qui mettent en avant 'intérét de ces méthodes. Le probléme de 1’évaluation
des résultats produits par une méthode d’apprentissage non supervisé, et de la compa-
raison de telles méthodes, restant aujourd’hui un probléme ouvert, nous proposons enfin
une nouvelle méthode d’évaluation plus globale, objective et quantitative que celles uti-
lisées traditionnellement, et dont la pertinence est montrée expérimentalement.
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