N
N

N

HAL

open science

Reconnaissance des formes évolutives par combinaison,

coopération et sélection de classifieurs

Veyis Gunes

» To cite this version:

Veyis Gunes. Reconnaissance des formes évolutives par combinaison, coopération et sélection de
classifieurs. Apprentissage [cs.LG]. Université de La Rochelle, 2001. Francais. NNT: . tel-00631621

HAL Id: tel-00631621
https://theses.hal.science/tel-00631621

Submitted on 12 Oct 2011

HAL is a multi-disciplinary open access
archive for the deposit and dissemination of sci-
entific research documents, whether they are pub-
lished or not. The documents may come from
teaching and research institutions in France or
abroad, or from public or private research centers.

L’archive ouverte pluridisciplinaire HAL, est
destinée au dépot et a la diffusion de documents
scientifiques de niveau recherche, publiés ou non,
émanant des établissements d’enseignement et de
recherche francais ou étrangers, des laboratoires
publics ou privés.


https://theses.hal.science/tel-00631621
https://hal.archives-ouvertes.fr

Pole Sciences

Reconnaissance des formes évolutives par combinaison,

coopération et sélection

THESE

Ecole doctorale

de classifieurs

présentée le 15 Octobre 2001

pour 'obtention du

Doctorat de ’Université de La Rochelle

(spécialité informatique)

par

Veyis GUNES

Composition du jury

Rapporteurs : J.G. POSTAIRE
M. ROMBAUT
Erzaminateur : J. MITERAN

Directeur de these : P. ESTRAILLIER

Co-directeurs : P. LOONIS

M. MENARD

Professeur des Universités
U.S.T.L. Lille

Professeur des Universités
L.U.T. de Troyes

Maitre de Conférences
Université de Bourgogne

Professeur des Universités
Université de La Rochelle

Maitre de Conférences
Université de La Rochelle
Maitre de Conférences
Université de La Rochelle

Laboratoire d’Informatique et d’Imagerie Industrielles — UPRES EA 2118

9

ra
(-






Reconnaissance des formes évolutives par combinaison,
coopération et sélection de classifieurs

THESE

présentée le 15 Octobre 2001 pour 'obtention du

Doctorat de I’Université de La Rochelle

(spécialité informatique)

par

Veyis GUNES

Composition du jury

Rapporteurs : J.G. POSTAIRE  Professeur des Universités
U.S.T.L. Lille
M. ROMBAUT Professeur des Universités
[.LU.T. de Troyes

Examinateur : J. MITERAN Maitre de Conférences
Université de Bourgogne

Directeur de thése : P. ESTRAILLIER Professeur des Universités
Université de La Rochelle

Co-directeurs : P. LOONIS Maitre de Conférences
Université de La Rochelle
M. MENARD Maitre de Conférences

Université de La Rochelle







Avant-propos

Je remercie tout d’abord M. Jack-Gérard Postaire, Professeur a I’Université des Sciences
et Technologies de Lille, et Mlle Michéle Rombaut, Professeur a I'LU.T. de Troyes, pour
avoir soigneusement rapporté ce mémoire et pour leur participation au jury. L’intérét
qu’ils ont porté a ce travail, leurs nombreuses remarques et suggestions m’ont beaucoup
touché.

J’ai été trés sensible a I’honneur que m’a fait M. Johel Mitéran, Maitre de Conférences
a I’Université de Bourgogne, en participant au jury en tant qu’examinateur.

J’adresse mes plus vifs remerciements & M. Pierre Loonis et a M. Michel Ménard,
Maitres de Conférences a 1’Université de la Rochelle, pour leur investissement dans mes
travaux de recherches ainsi que pour leurs précieux conseils.

Je remercie sincérement M. Pascal Estraillier, professeur a I’Université de La Rochelle
et directeur du Laboratoire L3i, pour la direction de ma thése, bien slir, mais aussi pour
ses qualités humaines et relationnelles.

Enfin, que I'ensemble des membres du laboratoire L3i soient remerciés. Je pense en
particulier & Bertrand Vachon, Rémy Mullot, Pierre Courtellemont, Jean-Christophe Bu-
rie, Christophe Demko, Thierry Bouwmans, El-Hadi Zahzah, Carl Frelicot et tous les
autres membres, anciens ou actuels, permanents ou doctorants.



Avant-propos




A la mémoire de mon pére,
a I'Humanité,
a la Diversité.






Table des matiéres

Notations principales 11
Table des figures 13
Liste des tableaux 17
Introduction 19

Chapitre 1

Combinaison, coopération et sélection de classifieurs

1.1 Introduction . . . . . . . . . ... 25
1.2 LaRdF etleclassifieur . . . . . . . .. ... ... .o 26
1.2.1 Lesétapesdela RAF . . . . . .. ... ... oL 26
1.2.2  Leclassifieur . . . . . . .. ..o 27
1.2.3 Taxonomies de classifieurs . . . . . ... ... ... ... 28
1.3 Les systémes de classifieurs . . . . . . . ... ... 0oL 30
1.3.1 Objectifs et intéréts . . . . . . . . . . ... 30
1.3.2 Définition . . . . . ..o 32
1.3.3  Architecture . . . . . . . ... 34
1.3.4 Taxonomie des systéemes de classifieurs . . . . .. . ... ... ... 36
1.4 Performances des classifieurs et des systémes de classifieurs . . . . . . . .. 37
1.4.1 Les différentes approches . . . . . . . ... ..o 37
1.4.2 La matrice de confusion . . . . .. ... ... ... ... 38
1.5 Combinaison de classifieurs . . . . . . . ... ... o oL 38
1.5.1 Combinaison usuelles . . . . . . . . .. ... L. 41
1.5.2  Combinaison par vote . . . . . . . .. ... 42
1.5.3 Combinaison par la Théorie Bayesienne de la décision . . . . . . . . 42

7



Table des matiéres

1.6
1.7
1.8
1.9

1.5.4 Combinaison par la Théorie de I'Evidence . . . .. ... ... ... 42
1.5.5 Autres cadres théoriques de la combinaison . . . . . . .. ... ... 45
Coopération de classifieurs . . . . . . . ... ... L 45
Sélection de classifieurs . . . . . . ... L 46
Systéme de classifieurs hybride . . . . . . . ... o 000000 48
Conclusion . . . . . . . . . e 51

Chapitre 2
Aspects statiques et dynamiques de la RdF

2.1
2.2
2.3
2.4

2.5

2.6

2.7

Introduction . . . . . . . ... 95
Objets dynamiques . . . . . . . . . .. oL o7
Quelques modéles de classes dynamiques . . . . . . ... .. ... .. ... 59
Quelques expérimentations . . . . . . . . ... L 60
2.4.1 Classement Bayesien . . . . . ... ... ... ... ... .. ... 61
2.4.2 Génération de distributions Gaussiennes . . . . . .. ... .. ... 62
2.4.3 Protocole expérimental . . . . . .. ..o 64
2.4.4 Dégradations dues aux déplacements des centres de classes . . . . . 65
2.4.5 Dégradations dues aux variations des densités de classes . . . . .. 65
Reconnaissance de classes dynamiques . . . . . . .. .. .. ... ..... 67
2.5.1 Approche 1 : Rendre statique un probléme dynamique . . . .. .. 69
2.5.2 Approche 2 : Rendre dynamique le systéme de reconnaissance . . . 69
Choix d’une approche pour les évolutions périodiques . . . . . . . . . ... 70
2.6.1 Critéresdechoix . .. . . .. . .. ... .. ... 70
2.6.2 Algorithme . . . . . . . ... 72
Conclusion . . . . . . . . . e 73

Chapitre 3

Coopération de classifieurs

3.1
3.2
3.3

Introduction . . . . . . . ... 7
Une méthode de coopération de classifieurs . . . . . . .. .. ... .. ... 78
Détermination des ensembles d’apprentissage . . . . . . . .. ... .. ... 79
3.3.1 Coalescence floue . . . . . .. .. ... 79
3.3.2  Coalescence avec rejet d’ambiguité . . . . . .. ... ... ... .. 81

3.3.3 Le concept d’ambiguité : frontiéres dans les problémes de coalescence 82
3.3.4 Distance aune CCA . . . . . . . ... ... 85



3.4

3.5

3.6

3.7

3.3.5 Distance a la classe de rejet de distance . . . . . . . . ... ... .. 85

3.3.6 L’algorithme c+2 moyennes floues . . . . . .. ... ... ... ... 86
Une fusion multi-classifieurs paralléle et adaptée . . . . . . . .. .. .. .. 86
3.4.1 La procédure de coalescence : Module de sélection . . . . . . .. .. 87
3.4.2 Lesclassifieurs . . . . . . . ... ... 88
3.4.3 Moduledefusion . . . ... ... ... 88
3.4.4 Algorithmes . . . . . . . ... 89
Application . . . . . .. 91
3.5.1 Données synthétiques . . . . . . . .. ... o L. 91
3.5.2 Reésultats . . . . ... 91
Influences des parameétres . . . . . .. ... .. L 94
3.6.1 Influence du taux de rejet de distance . . . . . .. .. .. ... ... 94
3.6.2 Influence du taux de rejet d’ambiguité . . . . ... ... ... 98
3.6.3  Ambiguité élevée . . . . ... 98
3.6.4 Frontiéres de décisions . . . . . . .. . ... 98
3.6.5 Autres types de combinaisons . . . . . ... ... L. 98
Conclusion . . . . . . . . . . 103

Chapitre 4

Une planification temporelle de systémes de classifieurs

4.1
4.2
4.3

4.4

4.5
4.6
4.7

Introduction . . . . . . ... 107
Problématique . . . . . . . . ..o 107
Représentation de connaissances dynamiques par des réseaux de Petri flous 109
4.3.1 RPF pour le raisonnement . . . . . . ... ... 110
4.3.2 RPF pour connaissances dynamiques . . . . ... .. .. ... ... 111
4.3.3 Exemplede RPF . . . . . . .. ... o o 112
Synthése d’un Réseau de Petri Flou . . . . . . ... .. ... .. ...... 113
4.4.1 Aspect dynamique de 'apprentissage . . . . . .. .. ... ... .. 113
4.4.2 Algorithme de construction du systéme de RdF . . . . ... .. .. 115
Aspect statique de 'apprentissage . . . . . . . . .. ... ... ... ..., 117
Fonctionnement du systeme de RdF . . . . . .. .. ... ... ... .... 117
Validation . . . . . . . . . .. 117
4.7.1 Données synthétiques . . . . . . . . . ... Lo L 117
4.7.2 Apprentissage . . . . .. ... e 119
4.7.3 Classement . . . . . . . . . . . .. 124



Table des matiéres

4.74
4.7.5
4.7.6
4.7.7
4.7.8

Variation du nombre de positions dans une période. . . . . . . . ..
Variation du seuil de confusion tolérée . . . . .. .. ... .. ...
Variation de I'écart-type des distributions . . . . .. .. ... ...
Autre type de trajectoire . . . . .. ...

Autres positions initiales . . . . . . .. ...

4.8 Conclusion . . . . . . . L,

Conclusions et perspectives

Bibliographie

Annexe A Résultats de 1’algorithme 3C avec les données ELENA
A.1 Les données ELENA utilisées . . . . ... ... ... .. .. ........
A.2 Influence de ambiguité . . . . ... .. ... ... .. .. .. ... ...,

A.3 Résultats pour cwoptimal . . . . . . . .. ... ...

A.4 Compromis entre précision et généralisation . . . . . ... ... ... ...

A.5 Reésultats sur un ensemble de test . . . . . . . . . .. ...

Annexe B Robustesse de 1’algorithme RCD-RPF

B.1 Robustesse aux chevauchements des classes . . . . . . . . . ... ... ...

B.2 Robustesse aux évolutions des trajectoires . . . . . . . ... ... ... ..

Index

10

143

151
151
152
153
153
155

159
159
159

163



Notations principales

Tk Vecteur de Forme k
Ui Centre de classe
X Ensemble de vecteurs de Formes
X Ensemble d’apprentissage
Xt Ensemble de test
Classe || Ensemble d’individus ayant, selon un expert ou selon un classifieur, une
méme interprétation
l Nombre de classes réelles (d’apres 'expert) ou d’interprétation (d’apres
un algorithme de classement)
b Classe i, réelle (d’apres l'expert) ou d’interprétation (d’aprés un algo-
rithme de classement)
o Ensemble des classes (réelles) d’interprétation
¢ Nombre de classes obtenues par un algorithme de classification (single-
tons)
w; Classe de coalescence 4
Q Ensemble des classes d’interprétation = Cadre de discernement = Uni-
vers du discours
CC Classe de coalescence
CCA || Classe de coalescence de rejet d’ambiguité (en Anglais : cluster)
RPF || Réseau de Petri Flou
P, Place ¢ d’'un RPF
T; Transition 2 d'un RPF
e Classifieur 7
SC Systéme de classifieurs
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Introduction

Dans le but de comprendre le fonctionnement de la vision et de la reconnaissance,
un certain nombre d’équipes étudient les relations possibles entre la perception visuelle
et 'activité neuronale sous-jacente dans le cerveau. On peut citer, plus particuliérement,
I'équipe du Lauréat Nobel Francis Crick et de Christof Koch [65]. En reconnaissance arti-
ficielle, I'objectif est, selon Simon [96], de "recueillir les données d’un capteur, ¢’est-a-dire
une représentation (le signifiant!), et en obtenir une ou des interprétations (les signifiés)
par 'exécution d’algorithmes". Une autre définition, qui fait allusion a 'aspect tempo-
rel, est la suivante : a partir d’exemples de Formes et de décisions correctes concernant
ces Formes, apprendre a décider pour une Forme & venir. Les disciplines scientifiques
qui traitent ce type de probléme sont essentiellement I'Intelligence Artificielle (IA) et la
Reconnaissance des Formes (RdAF). L’TA vise a reproduire les facultés humaines les plus
élevées tandis que la RAF se limite a la simulation des capacités humaines de perception,
visuelles ou auditives.

Dans le cadre de la RAF, nous nous intéressons plus particuliérement a la prise de ces
décisions? lorsque les Formes subissent des dérives au cours du temps. Ce type de classe,
dont le modeéle? évolue au cours du temps est nommée par la suite classe évolutive ou bien
encore classe dynamique.

Dans le contexte de la perception, l'incertitude et la prédiction sont intimement liées.
En effet, si nous sommes sirs qu’un événement est possible, nous sommes préts a ad-
mettre que les chances d’apparition de cet événement dans un futur proche sont élevées.
Ainsi, la notion de prédiction est liée a la notion d’ignorance qui est une caractéristique
des systémes a apprentissage. Le macro-systéme qu’est la société peut avoir diverses at-
titudes vis-a-vis de ces deux notions. Actuellement, 'attitude défensive est dominante.
L’ignorance, en particulier, est qualifiée de "fléau" social qu’il faut éliminer, méme si elle
se régéneére par la naissance de nouveaux "ignorants" que sont les nouveau-nés et par 'in-
novation scientifique, technologique et culturelle dont une grande partie de la population
reste ignorante. Le probléme n’est pas d’éliminer 1’'ignorance, mais plutdot de 1’accepter
afin de mieux en tenir compte et de lui donner la place qui lui revient dans la société, au
lieu de faire abstraction de son existence.

ILes termes cités entre parenthéses sont de I’auteur de la citation.
2A chaque décision correspond une classe de Formes.
3Exemple : son centre et sa matrice de variance-covariances.
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Introduction

Dans le domaine de la vision humaine, la mise a profit de l'ignorance est effective;
par exemple, lors de l'identification d’un accusé par un témoin, le suspect est prié de
se placer parmi un groupe d’individus, au lieu d’étre présenté seul au témoin. Un avis
plus sir, ou plus complet, est censé étre donné par le témoin dans une situation ou son
jugement est rendu plus difficile. Dans le cas contraire, lorsque le témoin a en face de lui
un seul "suspect", il lui est plus facile de donner un avis. Mais dans ce cas, son avis sera
de type binaire : "oui" ou "non". Paradoxalement, plus sa réponse est précise, plus il est
permis de douter de son opinion. Ceci est di au fait que l'avis obtenu est incomplet et

fait abstraction, notamment, de son ignorance (de ses doutes).

Dés lors, pour diminuer 'influence de 'ignorance dans les processus de décision, deux
approches sont possibles : améliorer I'information et/ou 1’éducation du "signifieur"* (dans
I'exemple ci-dessus, le témoin) afin de diminuer la part de doute dans son avis, ou bien
consulter plusieurs signifieurs, chacun étant spécialisé sur un aspect du probléme de recon-
naissance et décider en conséquence. Dans le contexte de la reconnaissance, nous sommes
limités par notre propre capacité a informer et/ou a éduquer. L’information et/ou I’édu-
cation de maniére continue, adaptées a l'instant considéré, constitue une autre limitation.
Le second cas présuppose la recherche de stratégies de décision : une combinaison entre
les avis et/ou une coopération entre les signifieurs et/ou une sélection des avis des si-
gnifieurs. Compte tenu des limitations liées a la premiére approche, nous avons choisi,
par cette étude, de contribuer a la seconde. Nous proposons de rechercher les meilleures
stratégies d’associations de ces signifieurs, en fonction de leur capacité a s’adapter a la
reconnaissance de classes évolutives.

Dans les deux disciplines (RAF et IA), deux phases se distinguent clairement. L’une
consiste a effectuer apprentissage (par analogie avec la vision humaine, le témoin sup-
posé doit réellement avoir vu le suspect!) et 'autre a reconnaitre, c’est-a-~dire a classer en
plusieurs catégories ou classes (dans I’exemple considéré : c’est le suspect, c’est peut-étre
le suspect, ce n’est pas le suspect, etc.). Le cadre de la Reconnaissance d’Objets Naturels
fait appel a :

— la RdF : les informations propagées dans le processus de décision sont le plus sou-
vent analogiques, ce qui permet de traduire la grande variété des Formes des objets
naturels évolutifs ;

— I'TA : la généralisation s’effectue par accumulation des informations analogiques et
apprentissage de modeles de comportement.

Lorsque plusieurs signifieurs ou classifieurs sont amenés a concourir & une méme tache
de reconnaissance, plusieurs stratégies de décisions - impliquant ces classifieurs de diffé-
rents maniéres - sont possibles :

1. une premiére stratégie consiste a décider a la suite de différents avis; il s’agit de la
combinaison de classifieurs;

“Le signifieur fournit les signifiés pour un signifiant donné.
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2. une deuxiéme stratégie consiste a utiliser un ou plusieurs avis pour mieux guider
d’autres classifieurs, dans leur phase d’apprentissage, et a utiliser un ou plusieurs
avis pour ameéliorer la prise de décision d’autres classifieurs, dans la phase de clas-
sement ; il s’agit de la coopération de classifieurs;

< .

3. enfin, la troisiéme et derniére stratégie consiste a privilégier un ou plusieurs clas-
sifieurs en fonction de divers critéres ou en fonction de la situation; il s’agit de la
sélection de classifieurs.

Dans ce travail, nous montrons qu’il est plus simple de prendre en compte la dy-
namique d’une classe dans la troisiéme stratégie. En effet, la sélection des classifieurs
peut se faire en fonction de I’évolution du processus : ce que nous appelons, par la suite,
sélection dynamique de classifieurs.

L’ignorance peut étre gérée a travers les trois stratégies. Différents cadres théoriques
gérant l'incertitude, 'imprécision, I'incomplétude, la fiabilité, la subjectivité, 1’asynchro-
nisme, la dépendance, la pertinence, ou la complexité peuvent satisfaire cette tache (Ap-
priou [5]). Les principaux sont : les théories des probabilités [112], des ensembles flous [114],
des possibilités [26], de ’évidence [93] [97], des logiques [2], et des méthodes connexion-
nistes [66] [102].

En pratique, la prise en compte de I'ignorance pose encore de nombreux problémes
dans la phase de combinaison des avis des classifieurs, en particulier parce que ces der-
niers gérent 'ignorance de différentes maniéres, ou ne la gérent pas du tout (I'ignorance
est alors intégrée dans leurs avis). D’autre part, 'espace de discernement peut ne pas étre
commun (dans I'exemple, deux témoins peuvent avoir vu le coupable, or on présente a
chacun d’eux un autre suspect!). Dans ces cas, la combinaison est souvent difficile, voire
impossible, & mettre en ceuvre. Exception faite de ces problémes et a condition que les
classifieurs entrant en combinaison soient assez performants (taux de reconnaissance in-
dividuels supérieurs a 50 %), la combinaison est aujourd’hui une stratégie éprouvée.

Par rapport a un seul classifieur, la combinaison et la coopération de classifieurs pré-
sentent ’avantage de pouvoir spécialiser les classifieurs dans 'espace de représentation ou
dans I’espace des caractéristiques. De plus, la coopération permet de spécialiser les classi-
fieurs dans ’espace de discernement de maniére explicite, alors que la combinaison peut le
faire implicitement. Dans I’'une ou 'autre de ces stratégies, malgré le fait que I’ignorance
soit également intégrée dans les avis, son importance quantitative est réduite grace a la
spécialisation des classifieurs. Dans la plupart des travaux existants, en particulier ceux
qui traitent de la combinaison, les classifieurs retenus ne dépendent pas de la Forme a
classer. Nous proposons, dans le chapitre 3, un systéme de reconnaissance met-
tant en ceuvre ces deux stratégies, dans lequel un classifieur permet d’activer
un ensemble d’autres classifieurs adaptés a la Forme a classer.
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Les classes peuvent avoir une forme complexe lorsque les vecteurs de Formes, acquis
a des instants expérimentaux différents, sont issues d’un systéme non-stationnaire. Dans
ce cas, cela veut dire qu’il y a eu intégration dans le temps des vecteurs de Formes des
différentes classes. Lorsque le niveau de complexité conduit a des trajectoires (de classes)
qui se croisent, les méthodes globales décrites ci-dessus ne suffisent plus. Il devient alors
nécessaire de considérer un systéme de reconnaissance dynamique et une sélection de
classifieurs dépendant du temps. Dans le chapitre 4, nous proposons une méthode
de classement utilisant la sélection de classifieurs pour la reconnaissance de
classes évolutives. Cette sélection est dynamique. Cette approche constitue, a notre
connaissance, le seul systéme de reconnaissance dont le comportement est dynamique (en
fonction de la Forme a classer et en fonction de l'instant considéré).

Dans ce mémoire, nous commencons par définir les termes de combinaison, de coopé-
ration et de sélection de classifieurs et par recenser les travaux déja effectués dans le cadre
de la RAF (chapitre 1). Il s’ensuit que la stratégie de sélection dynamique de classifieurs
est la plus appropriée a la reconnaissance de classes évolutives. Par la suite, nous étudions
les aspects statiques et dynamiques de la RAF ainsi que les classes dynamiques (chapitre
2). En fonction de critéres permettant de juger la complexité de I’évolution de ces classes,
deux approches sont dégagées. Les deux chapitres suivants mettent en ceuvre chacune
d’entre-elles et proposent deux méthodes de RAF :

1. une spécialisation des classifieurs :

Cette étape s’effectue sur des sous-ensembles d’apprentissage de 1’espace de repré-
sentation, obtenus par une partition qui met en évidence les zones denses d’infor-
mations (sur lesquelles les classifieurs seront spécialisés) et des zones d’ambiguités,
faiblement denses. La redondance des classifieurs est alors exploitée sur ces zones
grace a une méthode de fusion. La méthode proposée est une méthode de sélec-
tion adaptative de classifieurs mettant en ceuvre la coopération et la combinaison
de classifieurs (chapitre 3). Nous montrons que, pour les classes multimodales, la
méthode permet d’obtenir des taux de reconnaissance largement supérieurs a ceux
d’un seul classifieur;

2. une séparation des aspects statiques et dynamiques de la RAF :

Deux types d’apprentissage sont effectués : l'aspect statique de 'apprentissage est
pris en charge par des classifieurs ou des systémes de classifieurs, et 'aspect dyna-
mique est pris en charge a travers 'apprentissage de la planification des différents
états par un réseau de Petri flou. La méthode proposée effectue une sélection dyna-
mique de classifieurs avec combinaison de classifieurs (chapitre 4). Nous montrons
que ce type de sélection permet de reconnaitre des classes dynamiques, sans néces-
siter la recherche de modeéles d’évolution des classes.

Enfin, nous proposons quelques conclusions et perspectives.
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Chapitre 1

Combinailson, coopération et sélection
de classifieurs

Ce chapitre établit un état de l’art des stratégies de prises de décisions possibles lorsque
plusieurs classifieurs interviennent dans un processus de RdF. Cette association de classi-
fieurs est présentée comme un systéme capable de mettre en cuvre plusieurs types d’opéra-
tion : la combinaison qui est analogue a une prise de décision démocratique, la coopération
analogue a la concertation (avec échanges de points de vue) et la sélection qui est analogue
a la consultation d’experts (classifieurs spécialisés). L’aspect temporel de la RAF, c’est-a-

dire [’évolution possible des classes a reconnaitre, est traité dans le cadre de la sélection
de classifieurs.
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Chapitre 1.

Combinaison, coopération et sélection de classifieurs
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1.1. Introduction

1.1 Introduction

La Reconnaissance des Formes (RAF) est la discipline scientifique qui a pour objectif
le classement d’individus en un certain nombre de classes ou catégories®. En fonction de
I’application, un individu est un ensemble de mesures caractérisant un objet, une image
(ou une partie de celle-ci), un signal ou un environnement (cas du diagnostic par RdF).
Le terme générique Forme est parfois mieux adapté.

Dans le cadre de la RAF pour des objets naturels subissant des évolutions dans le
temps, nous avons a traiter des classes de forme complexe (complexité due en particulier
aux évolutions de ces objets). Un exemple de probléme réel est posé lors de la reconnais-
sance des différentes espéces de poissons vivants dont les caractéristiques® (par exemple,
la couleur) subissent des évolutions saisonniéres. Dans ce chapitre, nous recensons les ap-
proches existantes qui traitent cette problématique d’un point de vue multi-décisionnel
(i.e., faisant intervenir les décisions de plusieurs classifieurs). Pour ces classifieurs indivi-
duels, nous justifierons, dans la section suivante, le choix des méthodes statistiques parmi
les techniques existantes.

N

La RdF comporte généralement deux étapes. La premiére étape consiste a effectuer
un apprentissage tandis que la deuxiéme consiste a effectuer un classement (et/ou une
prédiction). Lorsque I"apprentissage est effectué de maniére automatique, nous parlerons
de méthode de RAF non-supervisée. Lorsqu’il est guidé par un expert, nous parlerons de
méthode de RAF supervisée. D’un point de vue formel, ce type de probléme peut s’expri-

mer comme suit :
— on considére n individus, chacun décrit par p caractéristiques définissant ainsi un
vecteur de Forme’ zj, appartenant a un sous-ensemble de R? ou k € [1,n], n est le

nombre de Formes;

— chaque individu appartient & une classe w; (ou catégorie lorsqu’il s’agit d’une mé-
thode de RAF non-supervisée) du cadre de discernement

Q={w,...,wi...,w}

— le but est de classer un nouvel objet z, dans 'une des [ classes.

Souvent, deux décisions supplémentaires sont introduites; le rejet d’ambiguité (hésitation
entre plusieurs classes) et le rejet d’individus aberrants (en Anglais : "outliers").

5D’o les expressions classification et catégorisation pour désigner une méthode regroupant la popu-
lation en [ classes ou catégories.

6Certains auteurs utilisent le terme "caractére" et d’autres le terme "paramétre". Ce dernier prend,
parfois, une autre signification (par exemple, lorsqu’il s’agit de paramétres seuils de certains algorithmes
ou de paramétres d’un modéle).

"Nous utilisons également le terme "individu" ou encore le terme "objet".
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Ainsi, une Forme peut étre représentée par un point x, dans l’espace (de représenta-
tion) de dimension p. Dans le cas des méthodes statistiques de la RdF, les coordonnées du
point xp € RP sont définies par les différentes caractéristiques extraites de la Forme. Une
phase d’analyse a permis de sélectionner les plus pertinentes (i.e., celles qui permettent
le mieux de distinguer une classe d’une autre dans 'univers d’interprétation) des carac-
téristiques observables par quantification (évaluation numérique) et/ou par qualification
(évaluation symbolique). Ce travail traite exclusivement les aspects numériques.

1.2 La RdF et le classifieur

1.2.1 Les étapes de la RdF

Les p caractéristiques observées sont utilisées pour construire les vecteurs de Formes
x, € RP, tel que :

t
T = (fEkl, Tk, - - ;l“kp)

Si les p caractéristiques concernent des individus (au sens général) non-manufacturés
tels que, par exemple, des visages humains, des fruits ou des poissons, on dira alors que
les individus en question sont des objets naturels.

La reconnaissance est liée aux classes d’individus a discriminer dans ’espace de re-
présentation a p-dimensions. La plupart des processus de reconnaissance sur des objets
naturels sont considérés complexes : un seul classifieur, gérant toutes les classes et toutes
les caractéristiques, est alors souvent mal adapté ; ’ensemble d’apprentissage présente une
structure de données trop complexe pour une modélisation correcte des différentes classes.

Theodoridis et al. [101] proposent de résumer les différentes étapes de la construction
d’un systéme de classement par celles représentées sur la figure 1.1. Nous nous intéres-
serons plus particuliérement aux deux derniéres étapes. Les trois étapes qui précédent
sont largement traitées dans la littérature et détaillées notamment par ces auteurs. D’une
maniére générale, la conception d’un systéeme de classement nécessite les phases suivantes :

— mesures par un capteur ou un ensemble de capteurs,

— extraction de caractéristiques a partir de ces mesures,

— sélection des caractéristiques les plus pertinentes,

choix de la méthode de classement,
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1.2. La RdF et le classifieur

— construction du classifieur,

— évaluation de ’apprentissage, souvent par le classement de ’ensemble d’apprentis-
sage,

— évaluation des performances du systéme, généralement par le taux d’erreur en clas-
sement.

Les techniques d’extraction des caractéristiques sont parfois qualifiées de techniques de
discrimination a but descriptif |90]. Le choix des caractéristiques extraites est plus lié au
probléme a résoudre ('application spécifique) que le choix de la méthode de classement.
La construction du classifieur dépend de approche et de la technique choisie comme mé-
thode de classement. Pour un réseau de neurones, il s’agit de déterminer la matrice de
pondération, tandis que pour un classifieur statistique telle que le Bayesien, il s’agit de
déterminer les matrices de variance-covariances et les moyennes des différentes classes. Il
est évident qu’en fonction des performances obtenues, on peut modifier le comportement
en modifiant les paramétres des phases précédentes ou en choisissant d’autres caractéris-
tiques, afin d’optimiser le systéme de maniére plus ou moins automatique.

Evaluation des

Formes Extraction de Sélection de Construction

] Capteur(s)

4
v

v

| caractéristiques caractéristiques du classifieur

du classifieur

1
1
1
1
1
1
1
.
1
performances !
1
1
1
1
1
1
1
1

F1G. 1.1 — Les différentes étapes de la construction d’un systéme de classement.

1.2.2 Le classifieur

Soient :
— p, le nombre de caractéristiques des Formes,
— X C RP?, un ensemble de vecteurs de Formes,

— Q, le cadre de discernement de taille [ (nombre de classes d’interprétation),
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— 2 T’ensemble de puissance (i.e., tous les sous-ensembles possibles de 2),
— x € X, un individu a classer,

— et ¢, le vecteur d’interprétation issu du classifieur e appelé vecteur de décision de e
et de taille [.

Afin de faire abstraction de ’architecture interne d’un classifieur, nous proposons de
définir un classifieur par une fonction e, de la maniére suivante :

e : X — 2%
r+— ¢ =e(x)

Ainsi, le classifieur est vu comme une "boite noire" qui recoit, en entrée, un ensemble
de caractéristiques et qui fournit, en sortie, le ou les appartenances de I'individu (présenté
en entrée) aux différentes classes.

1.2.3 Taxonomies de classifieurs

On peut les classer suivant différents critéres. Ci-dessous, nous présentons les trois
taxonomies les plus couramment citées et employées : selon le type de méthodes utilisées,
selon le type des sorties de classifieurs et selon 'autonomie des classifieurs, i.e., de leur
dépendance vis-a-vis d’un expert. D’autres critéres peuvent étre considérés. Ils conduisent
a d’autres taxonomies de classifieurs. La dichotomie en méthodes paramétriques et non-
paramétriques se fonde sur le type de représentation des classes par un classifieur. Ainsi,
les méthodes qui tentent de représenter les densités des classes par des distributions de pro-
babilités (modeéles mathématiques) sont qualifiées de méthodes paramétriques (exemple :
classifieur Bayesien). Les autres (exemples : k-ppv, noyaux de Parzen) sont qualifiées de
méthodes non-paramétriques.

Taxonomie selon les techniques ou méthodes
Les quatre approches les plus connues et utilisées sont les suivantes :

1. Mise en correspondance et en coincidence : La Forme a reconnaitre (typiquement,
une Forme 2D) est comparée aux différents prototypes ou gabarits représentant les
différentes classes, tout en permettant des translations, des rotations et des chan-
gements d’échelles (Jain et al. [61]). Ainsi, on travaille directement dans 'espace
de représentation, sans passer par une phase d’extraction de caractéristiques. La
mesure de similarité entre la Forme a reconnaitre et le prototype est souvent fondée
sur une corrélation.
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2. Méthodes syntaxiques et structurelles : Une analogie formelle est faite entre la struc-
ture des Formes et la syntaxe d’une langue. Ces méthodes gérent les Formes sous
forme de "mots" et de "phrases" respectant les grammaires des différentes classes.
A travers cette approche, une perspective hiérarchique est privilégiée; une Forme
peut étre divisée en sous-Formes, comme une phrase peut étre divisée en mots.

3. Méthodes connexionnistes (appelées "réseaux de neurones", par abus de langage) :
Un neurone est doté de p entrées x;,7 € [1, p], chacune affectée d’un poids a; et d’une
sortie S. S est fonction de la somme des a;x;. La communauté des réseaux de neu-
rones travaille essentiellement sur ’assemblage de telles entités et sur 'apprentissage
des poids a; (exemple : Perceptron Multi Couches).

4. Méthodes statistiques : Cette approche préconise la représentation des Formes par
p caractéristiques, sur lesquelles des densités, propres a chaque classe, sont définies.
Ensuite, les outils de la théorie de la décision statistique permettent d’effectuer un
classement. Les méthodes paramétriques émettent ’hypothése que ces densités ap-
partiennent a une famille donnée de distributions (exemple : classement Bayesien).
Au contraire, les méthodes non-paramétriques ne posent pratiquement aucune hy-
pothése restrictive sur la forme des distributions (exemple : C moyennes).

Les deux premiéres approches nécessitent des moyens de calculs importants, ce qui pose
des problémes pour la reconnaissance d’objets naturels évolutifs. Quant a la troisiéme ap-
proche, elle peut étre vue comme une alternative a la quatriéme. En effet, certains auteurs
considérent que les méthodes connexionnistes constituent un sous-ensemble des méthodes
statistiques (par exemple, Holmstrom et al. [56]). Nous concentrons nos efforts sur les
méthodes statistiques ou les classes sont représentées par des moments du premier et/ou
du second ordre. Les phases d’apprentissage et de test seront étudiées et évaluées a 1’aide
de critéres de performances fondés sur la matrice de confusion.

Pour chacune de ces approches, de nombreux travaux ont conduit a I’élaboration d’une
importante quantité de classifieurs. La Table 1.1 présente quelques-uns des ces classifieurs
et quelques travaux concernant les classifieurs. Les termes "abstrait", "classement" et
"distance" utilisés dans ce tableau sont expliqués ci-dessous, & travers deux taxonomies.
Un état de 'art concernant les méthodes statistiques a été récemment proposé par Jain
et al. [61].

Taxonomie selon les types de sorties des classifieurs

Selon Xu et al. [112], trois modéles sont possibles. Cette taxonomie (ou une variante
de celle-ci) a également été adoptée par Ho [52] et par Loonis [72] :

1. Niveau abstrait; le classifieur propose une classe ou plusieurs classes "également
)
pOSSiblGS "
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Niveaux : Type d’apprentissage

Supervisé ‘ Non-supervisé
Abstrait Arbre de décision [54] C moyennes [50]
Classement k-ppv |24] "clustering" k-ppv [113]
Distance Bayesien [61] C moyennes floues [9]

TAB. 1.1 — Exemples de classifieurs et de travaux concernant les classifieurs, en fonction
des types de sorties et des types d’apprentissage.

2. Niveau classement ; le classifieur applique une relation d’ordre sur les classes pos-
sibles.

3. Niveau distance; le classifieur attribue a chaque classe une mesure de similarité
entre celle-ci et I'individu a classer. Pour les méthodes statistiques paramétriques,
il s’agit d’estimations des lois de probabilités a posteriori.

Les types de sorties les plus riches en informations sont ceux du niveau distance. En
effet, & partir de ce type de sorties, on peut établir un ordre de préférence du classifieur
(on obtient alors une sortie de niveau classement), puis de retenir que la premiére ou les
premiéres classes proposées (auquel cas, on obtient une sortie du niveau abstrait). De ce
fait, le niveau abstrait est le niveau le plus générique.

Taxonomie selon les types d’apprentissage

1. Apprentissage supervisé (exemple : k-ppv). Un expert indique la classe réelle pour
chaque individu présenté au systéme de RAF lors de 'apprentissage.

2. Apprentissage non supervisé (exemple : C moyennes floues). Les méthodes de caté-
gorisation et de coalescence effectuent ce type d’apprentissage.

1.3 Les systémes de classifieurs

1.3.1 Objectifs et intéréts

Les premiéres allusions aux systémes de classifieurs ou systémes multi-classifieurs®
(ou bien encore ensemble de classifieurs?, terme utilisé surtout par la communauté des
scientifiques traitant les réseaux neuro-mimétiques connexionnistes), citées par Ho [52],
remontent & Nilsson|81] et & Haralick|49] pour le calcul d’erreurs concernant un ensemble

8 Autres termes employés dans la littérature ; combinaison multi-experts, comité de classifieurs, fusion
de classifieurs et autres.
9Le terme "ensemble" est repris dans la littérature anglophone.
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de classifieurs Bayesiens. Cependant, ¢’est a partir des années 90 que les systémes de clas-
sifieurs ont été mis en ceuvre concrétement, notamment dans le cadre de la reconnaissance
de mots (Ho, 1992 [52]) et de I’écriture manuscrite (Xu et al., 1992 [112]; Suen et al., 1990
[99], 1992 [98]). Il est important de préciser que le terme systéme classifieur est utilisé par
la communauté des algorithmes génétiques (voir notamment la thése de Giani [38]) dans
le sens d’un systéme expert dont le moteur de recherche est fondé sur un algorithme gé-
nétique pour générer des reégles de comportement, en interaction avec son environnement.

Dans la RAF, 'objectif est d’obtenir un systéme de classifieurs (i.e., une association
de classifieurs) hautement performant fondé sur les décisions d’un ensemble de classifieurs
(Xu et al., 1992 [112]; plus récemment, Giacinto et Roli, 1999 [35]). Une autre motivation
pour ce type de systéme réside dans la complexité des formes des classes traitées ; lorsque
les classes sont multimodales ou lorsqu’elles se chevauchent, il devient difficile de les mo-
déliser, parce que leur représentation (par exemple, par des centres, des distributions de
probabilités ou des ensembles flous) devient compliquée. Certes, il existe des méthodes
ou interviennent des modéles de mélange (voir notamment les travaux de McLaclan et
Basford [76]) aptes & modéliser de telles classes, mais dans les cas ot la taille de ’ensemble
d’apprentissage est limitée, cette modélisation conduit a une sur-adaptation aux données
disponibles qui ne représentent pas forcément bien les classes réelles. En associant diffé-
rents classifieurs (algorithmes différents et /ou constructions différentes), on espére obtenir
de meilleures performances. Enfin, dans le cadre de la reconnaissance d’objets évolutifs, il
est utile de déterminer les stratégies d’association les mieux adaptées a I’aspect temporel
des classes dynamiques.

Les intéréts de 'utilisation de systémes de classifieurs sont les suivants :

— De la méme maniére qu’une caractéristique supplémentaire permet a un classifieur de
mieux décider (a condition qu’elle soit complémentaire aux autres caractéristiques),
un avis supplémentaire provenant d’un autre classifieur permet a un systéme clas-
sifieurs de mieux décider (a condition que cet avis soit complémentaire aux autres
avis).

— Ce type d’associations favorise une approche modulaire et répartie d’un systéme de
RdF.

— Lorsque pour un probléme de RAF donné, certaines caractéristiques sont réelles et
d’autres sont discrétes ou symboliques, il est souvent inévitable d’utiliser deux clas-
sifieurs différents. Grace a un espace de discernement commun, les avis des deux
classifieurs peuvent étre facilement combinés.

— Dans certains cas, la complexité algorithmique (en phase d’apprentissage et/ou en
phase de classement) peut étre réduite si le traitement des données est réparti sur
plusieurs niveaux.

— Enfin, pour les classes évolutives, il peut étre nécessaire de spécialiser plusieurs clas-
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sifieurs sur différentes intervalles temporels, et d’employer ces classifieurs en fonction
du temps et/ou en fonction de I'individu & classer.

Actuellement, le type d’opération le plus couramment utilisé pour associer les différents
classifieurs d’un systéme est le type "combinaison" des sorties de classifieurs (Giacinto et
al. [35]). Récemment, certains chercheurs ont étudié un autre type d’opération, appelé
"sélection adaptative de classifieurs" (Giacinto et al. [33]) ou "sélection dynamique de
classifieurs" (Ho et al. [53]; Woods et al. [111]). Cependant, il est & noter que la trés
grande majorité des travaux actuels concernent la combinaison seulement.

D’autres auteurs ont proposé d’utiliser les sorties de classifieurs individuels en tant
que caractéristiques d’entrée d’'un autre classifieur (de "décision"), effectuant 1’appren-
tissage sur les décisions de ces classifieurs (Breukelen et al. [108]; Achermann et Bunke
[1]). Cet état de 'art concerne, en plus de la combinaison de classifieurs, les travaux exis-
tants (& notre connaissance) dans le cadre d’autres stratégies d’associations de classifieurs.

Enfin, trés récemment, une méthode de conception automatique de "systémes multi-
classifieurs" a été proposée (Giacinto et al. [36]). Sa proposition consiste & choisir un
ensemble de classifieurs de méthodes et/ou de parameétres différents, a sélectionner (avec
un ensemble de validation différent de I’ensemble de test) le sous-ensemble des classifieurs
dont les performances sont élevées. Ensuite, les classifieurs candidats qui font double
emploi (ceux dont les erreurs sont corrélées avec les erreurs d’un ou plusieurs autres clas-
sifieurs) sont éliminés. Enfin, en phase de classement, les sorties des classifieurs retenus
sont combinées par la régle de vote majoritaire.

Lors de la mise en ceuvre d’un systéme de classifieurs, les phases nécessaires a la
conception du systéme de reconnaissance restent les mémes que pour un seul classifieur
(cf. section précédente), a la différence prés qu’il s’agit, désormais, de construire une
association de classifieurs et d’évaluer les performances de cet ensemble. Ci-dessous, nous
proposons une formalisation des systémes de classifieurs.

1.3.2 Définition

Soit E = {e;},i € [1,5], I'ensemble des classifieurs, ou S est le nombre de classi-
fieurs intervenant dans le systéme de classifieurs et 2 = {wi}ie[lyl], les différentes classes
d’interprétation. Un systéme de classifieurs doit permettre d’obtenir des performances
supérieures a celles d’un seul classifieur. Ces performances peuvent étre déterminées selon
certains critéres. Généralement, le taux de reconnaissance (cf. section suivante) sur un
ensemble de test constitue un bon critére. Nous proposons de formaliser un systéme de
classifieurs (SC) a ’aide de la définition 1 et d’une fonction R.

Définition 1 Un systéme de classifieurs est un ensemble de classifieurs associés mettant
en ceuvre la combinaison et/ou la coopération et/ou la sélection de classifieurs. Il peut étre
défini formellement par un ensemble de classifieurs et un ensemble de relations entre ces
classifieurs.
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SC : X — 29
z+— ¢ =SC(x) (1.1)

ot x € X est un individu et ¢ le vecteur de décision sur I’ensemble de puissance 2°.

Une fonction R peut représenter les relations entre les classifieurs, les termes ri;,14,j €
[1,S] servant a qualifier les types de relations entre deux classifieurs :

R : E x E+——{0,1},
(e - ¢ - eg]
[ Ty 7”15} _€1W
R = Fao vt Ty ottt Tig e
LTs1 -+ Ts; -+ Tsg | L €5

Les relations r;; peuvent prendre deux valeurs :

1. 15 =0 : Pouri # j, le classifieur e; ne fournit pas d’informations au classifieur e;.
Si 1 =7, le classifieur e; n’est pas sélectionné.

2. rij =1 : Le classifieur e; fournit des informations au classifieur e; (exemple : il lui
fournit son vecteur de décision). La sortie de ce dernier est combinée avec celles des
autres classifieurs. Sii = j (e; coopére avec lui-méme), la sortie du classifieur e; est
également a combiner.

Les relations dépendent des types de classifieurs impliqués. Chaque classifieur peut
se comporter d’'une maniére différente des autres classifieurs et chaque classifieur peut
fonctionner avec un espace des caractéristiques différent de ceux des autres classifieurs.
Cependant, les classifieurs doivent contribuer (éventuellement, & différents niveaux) a
une tache commune qui consiste a classifier un individu. Les décisions des classifieurs
individuels doivent ensuite étre combinées selon ’architecture retenue afin d’obtenir une

décision finale qui sera alors la sortie du systéme.

Si la fonction R est constante, alors la sélection de classifieurs est statique. Dans le
cas contraire, la sélection est adaptative ou dynamique (nous ferons la distinction entre
ces deux types de sélection dans la section consacrée a la sélection de classifieurs). Dans
I'exemple suivant, R représente un systéme de classifieurs multi-niveaux (équivalent a la
figure 1.2) :
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Ry (1.2)

Il
o O OO
O ===
o O O O
_ o O O

€ &

T T
N/

Combinaison (Fusion)

F1G. 1.2 — Exemple de Systéeme de Classifieurs (selon Ry) : les classifieurs e; et ez four-
nissent des informations au classifieur ey (car 12 = 1 et 733 = 1), les décisions des
classifieurs ey (199 = 1) et e4 (144 = 1) sont combinées pour obtenir un vecteur de décision
final.

1.3.3 Architecture

La figure 1.3 illustre les interactions possibles entre les différents classifieurs d’un sys-
téme mettant en ceuvre les différentes opérations de combinaison, de coopération et de
sélection. Les liaisons en pointillés, entre les différents "modules" représentent des infor-
mations diverses. Ces informations peuvent étre communiquées a la fois lors de ’appren-
tissage et lors du classement. En ce sens, le module de sélection est un module intelligent
qui retient un certain nombre d’informations issues de la phase d’apprentissage et les
utilise dans la phase de classement. Un classifieur peut transmettre ses décisions & un ou
plusieurs autres classifieurs.

Exemples d’informations échangées :

— Le classifieur e; communique a e3 son ensemble d’apprentissage (phase d’apprentis-
sage du systéme),

— Le classifieur e; informe le module de sélection qu’il faut prendre ou non en consi-
dération la sortie du classifieur e (phase de classement),

— Le module de sélection "demande une réponse" a e; et e, concernant un individu
inconnu présenté en entrée.

34



1.3. Les systémes de classifieurs

X2
g 2r
=<
=< I2
4
Sélection d'un &~ v
ou plusieurs
classifieurs [~ S = Combinaison (Fusion)
Sélection
=< |
4
Décision

F1G. 1.3 — Systéme de classifieurs effectuant les différents opérations de combinaison, de
coopération et de sélection de classifieurs.

Les liaisons en traits pleins représentent les caractéristiques (celles qui sont barrées
de traits) ou les décisions (barrées de croix). Dans cette configuration, les vecteurs de
caractéristiques X, Xy et X3 concernent un méme individu a classer, mais ils peuvent
étre différents les uns des autres. Si on dispose de d caractéristiques, on a d; < d, dy < d
et d3 < d. Les classifieurs e, e5 et e3 n’ont pas nécessairement un espace de discernement
commun. La dimension de €2 étant [, on a [y < [, s < [ et I3 < [. Lorsque un seul
classifieur est sélectionné, il n’y pas d’opération de combinaison. Par contre, si on veut
retenir les résultats de plusieurs classifieurs afin de les combiner, il sera alors préférable
que les classifieurs sélectionnés aient un espace de discernement commun. Lorsque cette
derniére contrainte n’est pas respectée, c’est, en général, a travers la théorie des croyances
que la combinaison est traitée.

Ezemple : Dans le cas ou la sélection préconise le choix des résultats des classifieurs
e1 et eq, il est préférable que les [ classes soient les mémes d’un classifieur 4 un autre;

l1:l2:l

et O =0y =Q (1.3)

Le module de sélection peut étre fondé sur un algorithme de catégorisation dont le
résultat peut étre utilisé en classement pour sélectionner des classifieurs. (c’est le cas pour
le systéme 3C, proposé au chapitre 3). D’autre part, un classifieur e; peut lui-méme étre
constitué de plusieurs classifieurs (i.e., d’un systéme de classifieurs).
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1.3.4 Taxonomie des systémes de classifieurs

Récemment, Giacinto et al. [35] ont insisté sur la possibilité de faire intervenir diffé-
rents types d’opérations dans les systémes de classifieurs. En plus de 'opération "combi-
naison' des sorties de classifieurs, des chercheurs ont récemment introduit d’autres types
d’opérations. Gosselin |39] utilise les termes de coopération et combinaison dans le méme
sens. Franke et Mandler [32] font également cette confusion tout en proposant deux types
d’assemblages différents ; "les sorties combinées de classifieurs coopérants servant de carac-
téristiques a un classifieur de plus haut niveau" ou "combinaison des sorties de classifieurs
s'interprétant comme des votes de spécialistes automatiques possédant chacun un certain
point de vue sur I'individu en entrée". Nous appelons ces deux types d’associations co-
opération de classifieurs et combinaison ou fusion de classifieurs, respectivement. Nous
proposons de distinguer les systémes de classifieurs en quatre catégories (figure 1.4), selon
les types d’opérations entre les classifieurs :

combinaison de classifieurs,
— coopération de classifieurs,
— sélection de classifieurs,

— systémes hybrides ou mixtes.

Systémes de classifieurs

Type 1 Type 2 Type 3

‘ Combinaison de classiﬁeurs‘ ‘Coopération de classiﬁeurs‘ ‘Sélection de classiﬁeurs‘

FiGg. 1.4 — Les différents types d’associations de classifieurs. Si un systéme opére avec
plusieurs types d’associations, le systéme est dit hybride.

Les deux premiers types d’opérations (ou associations) apparaissent également comme
des préoccupations majeures dans la communauté des réseaux de neurones. Selon Sharkey
[95], cette communauté utilise principalement deux termes; combinaison d’un ensemble
(de classifieurs) et combinaison de modules (de classement). Ainsi, le terme combinaison
est ici utilisé dans le sens d’association. Selon cet auteur, "dans un ensemble, les réseaux
sont redondants dans le sens ot ils fournissent tous une solution pour une méme tdache
(de classement). Par contre, l’approche modulaire consideére qu’une tdche est décomposée
en plusieurs sous-taches et qu’une solution compléte de la tdache nécessite la contribution
de plusieurs modules (méme si des entrées individuelles peuvent étre traitées par un seul
de ces modules)". 1l est clair que I’approche ensemble est une expression de la combinai-
son de classifieurs tandis que 'approche modulaire est une expression de la coopération
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de classifieurs. Le contenu des derniéres parenthéses de cette citation fait implicitement
allusion a la sélection (adaptative, voir la définition de ce terme plus loin) de classifieurs.
L’auteur précise également que la notion de sélection des membres d’un ensemble a été
abordée dans un certain nombre de publications et propose de s’en servir explicitement.
Sa proposition est de déterminer les performances des différents ensembles de classifieurs
(parmi un plus grand nombre, fixe, de classifieurs) et ceci en les testant (méthode "test
and select") sur un ensemble de validation, différent a la fois de I’ensemble d’apprentissage
et de ’ensemble de test. Mais les inconvénients de cette approche sont que, d’une part,
la phase de validation/constitution d'un ensemble nécessite un effort de sélection/mise
au point important et d’autre part, que I'’ensemble retenu est fixe et ne peut changer en
fonction d’un individu & classer.

Certains auteurs, en s’intéressant aussi a la complexité des algorithmes, ont proposé
d’effectuer des combinaisons conditionnelles. Ainsi, Gosselin [39] propose de classer les
classifieurs selon leur performances et de traiter un individu inconnu par le premier
classifieur. Il propose d’accepter sa décision, si l'individu n’est pas rejeté. Dans le cas
contraire, la décision sera prise suite a la combinaison du premier classifieur avec la sortie
du deuxiéme classifieur. Le méme raisonnement peut s’appliquer, jusqu’a ce que l'individu
soit classé ou que les sorties de tous les classifieurs soient combinées. Cette combinaison
conditionnelle permet de réduire les temps d’exécution efficacement. L’inconvénient est la
nécessité de fixer de multiples seuils de rejets associés aux différentes décisions.

Le tableau de la figure 1.8, en fin de ce chapitre, présente de facon synthétique les
travaux existants. Ces travaux sont présentés selon la taxonomie ci-dessus ainsi qu’en
fonction des types de spécialisations des classifieurs. Dans la section qui suit, nous verrons
que ces spécialisations sont d’une importance primordiale dans le cadre de la combinaison
de classifieurs.

1.4 Performances des classifieurs et des systémes de
classifieurs

1.4.1 Les différentes approches

Le calcul de la matrice de confusion (voir plus loin) est la solution la plus connue et la
plus employée. Cependant, d’autres mesures, telles que celles issues de la théorie de I'in-
formation existent. Récemment, Loonis |73] a proposé I’Outil d’Analyse Informationnelle
(OAI) fondé sur la théorie de I'information, qui évalue la qualité d’'une méthode de RAF
classe par classe.

L’ensemble des individus disponibles est souvent divisé en plusieurs sous-ensembles.
Le plus souvent, cet ensemble est divisé en deux, la moitié servant a I’apprentissage (en-
semble d’apprentissage), I'autre moitié (ensemble de test) servant a tester le classifieur
ou le systéme. Sharkey [95] subdivise I’ensemble en trois sous-ensembles (pas forcément
de méme importance numérique), ’ensemble supplémentaire servant a ordonner les clas-

37



Chapitre 1. Combinaison, coopération et sélection de classifieurs

sifieurs en fonctions de leurs performances (validation des classifieurs). Twomey et Smith
[104] utilisent une technique de validation croisée : si on dispose de n individus, on se
sert de (n — 1) individus pour 'apprentissage, puis on utilise I'individu qui reste pour la
validation, et ceci dans les n voies possibles.

1.4.2 La matrice de confusion

Pour définir cette matrice, définissons d’abord le taux de reconnaissance et le taux de
confusion. Soit [, le nombre de classes réelles. Soient n;;, I'effectif des individus appartenant
a une classe ¢ (d’aprés un expert) et affectés & une méme classe @ (par un classifieur), et
nij, Veffectif des individus appartenant a une classe i et affectés & une classe j (i et j
€ [1,1]). Le taux de reconnaissance est le taux des effectifs correctement classés.

Définition 2 Le taux de reconnaissance global 7, est le rapport de la somme des éléments
ng; sur leffectif total de I’ensemble d’apprentissage.
D1

— =1 1.4
SIS (14)

Tg

Définition 3 Le taux de confusion est la mesure duale du taur de reconnaissance :

cfg=1—1, (1.5)

La matrice de confusion dont les termes interviennent dans l’équation 1.4 est définie
par la matrice M tel que;

"’Lll ... nl] ... "’Lll
L5 T 177 N

Dans cette définition, les termes de la matrice sont exprimés en nombre d’individus,
mais souvent, ils sont aussi exprimés en pourcentages de la classe réelle ¢. Calculée en
classant ’ensemble d’apprentissage, cette matrice peut servir dans le cadre de la combi-
naison de classifieurs. En effet, Xu et al. [112] et plus récemment, Parker 82|, ont proposé
d’utiliser cette matrice pour la détermination des probabilités a prior: servant a la com-
binaison.

1.5 Combinaison de classifieurs

La combinaison de classifieurs'’ se place dans le cadre plus général de combinaison

multi-sources. Les problémes rencontrés sont ceux que l'on retrouve aussi dans les do-
maines suivants :

1Dans la littérature, on parle aussi de fusions de classifieurs et de fusion de données.
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— combinaison de capteurs,
— combinaison d’avis d’experts,
— et combinaison de bases de données (de leurs réponses).

Une application particuliére de la combinaison de capteurs est la fusion de données en
traitements d’images, mis en ceuvre, par exemple, par Bloch et Maitre [11], et par Ma-
thevet et al. [75]. Les informations fournies par ces sources (capteurs, experts humains,
bases de données, classifieurs) peuvent étre de nature et de type trés variés. En effet,
elles peuvent constituer un signal, un son ou une image, et étre de type numérique et/ou
symbolique. Malheureusement, les sources sont, souvent, entachées d’imprécision et/ou
d’incertitude et aussi d’incomplétude et/ou d’ambiguité. La figure 1.5 illustre les interac-
tions possibles entre les différents modules d’un systéme de classifieurs mettant en ceuvre
la combinaison. Dans cette configuration, les vecteurs de caractéristiques choisis pour les
différents classifieurs peuvent étre différents les uns des autres. Le plus souvent, les classi-
fieurs ey, e; et e3 ont un espace de discernement commun, i.e., les [ classes ou hypothéses
en sorties des différents classifieurs ont les mémes significations d’un classifieur & un autre.
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Combinaison des décisions (Fusion

L
==

A 4

Décision

F1G. 1.5 — Systéme de classifieurs effectuant la combinaison de classifieurs pour un pro-
bleme a [ classes et d caractéristiques disponibles.

Les résultats théoriques et expérimentaux relevés dans la littérature montrent claire-
ment que la combinaison de classifieurs ne peut étre efficace que si les classifieurs indivi-
duels sont "performants" et "divers" (Sharkey [94]; Tumer et Ghosh [103]), c’est-a-dire,
s’ils présentent des taux d’erreur faibles, i.e., des taux de reconnaissance largement su-
périeurs a 50 %, et s’ils font des erreurs différentes. Cette derniére condition signifie que

39



Chapitre 1. Combinaison, coopération et sélection de classifieurs

les décisions ou les sorties des classifieurs sont décorrélés (chaque classifieur se spécia-
lise sur un certain nombre de classes). Elle peut étre satisfaite en utilisant des espaces
de caractéristiques différents, des ensembles d’apprentissage différents ou bien des clas-
sifieurs de construction intrinséquement différents (paramétrages différents ou types de
classifieurs différents). Une approche mixte, combinant ces différents moyens est égale-
ment possible. Cependant, fondamentalement, trois types de combinaisons de classifieurs
sont possibles. Ces trois types proviennent de la spécialisation des classifieurs suivant des;

— caractéristiques différentes,
— méthodes différentes,
— ou des ensembles d’apprentissage différents.

Les trois techniques correspondent & trois types de spécialisations différentes des clas-
sifieurs. En effet, en utilisant différentes caractéristiques, on spécialise les classifieurs dans
I'espace des caractéristiques. En utilisant différentes méthodes (et/ou paramétrages), on
spécialise les classifieurs dans ’espace des décisions. En effet, privilégier une méthode de
classement par rapport a une autre ou bien un paramétrage ou un autre, revient a privi-
légier une décision par rapport a une autre ou certaines décisions par rapport a d’autres.
Enfin, en utilisant différents ensembles d’apprentissage, on spécialise les classifieurs dans
I’espace de représentation. La majorité des travaux déja réalisés concernent les spéciali-
sations du premier type. Pourtant, il y autant d’intérét a exploiter les deux autres types.

Les techniques de Bagging et Boosting, utilisées notamment par Quinlan [87] et par
Ho [55], spécialisent implicitement les différents classifieurs produits dans I’espace de re-
présentation. La technique de Bagging redéfinit ’ensemble d’apprentissage pour chaque
classifieur, par sélection, indépendante et aléatoire (distribution de probabilité uniforme),
des individus d’un ensemble d’apprentissage disponible, alors que celle de Boosting, affecte
aux vecteurs de 'ensemble d’apprentissage différents poids pour les différents classifieurs.
Dans la derniére technique, des poids sont également affectés aux classifieurs, lors de la
phase de combinaison des décisions.

Kuncheva et al. [68] ont montré que 'amélioration est aussi possible dans le cas ou
les classifieurs sont dépendants (i.e., dont les décisions sont corrélées), mais a condition
que les erreurs commises par les classifieurs concernent des individus trés différents (les
auteurs appellent ceci la "dépendance négative").

Dans ce type de systéme de classifieurs, tous les classifieurs sont appliqués en paralléele
et leurs sorties sont combinées pour atteindre un consensus ; ces approches ont pour cadre
la théorie du vote (Lam et Suen [69]; Xu et al. [112]), le consensus unanime (Xu et al.
[112]; Ho et al. [53]), les méthodes de vote utilisant des régles de décision heuristiques
(Kimura et Shridar [63]), la théorie Bayesienne (Xu et al. [112]), les théories de l'incer-
tain (Shafer [93]; Xu et al. [112]), et la théorie des possibilités (Dubois et Prade [26]).
Le choix du type de combinaison dépend, en particulier, du type des sorties des classifieurs.
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Pour les sorties de classifieurs de type 3 (cf. page 29) et dans le cadre de la théo-
rie Bayesienne de la décision, Kittler et al. [64] ont récemment montré qu’en émettant
certaines hypothéses et en utilisant différentes approximations, on peut déduire la regle
disjonctive(somme) de la régle conjonctive(produit). Ensuite, ils déduisent I'ensemble des
autres régles (minimum, maximum, médiane et vote majoritaire) a partir de ces deux
regles de base, mettant ainsi en évidence que ceux-ci sont des cas particuliers de ces deux
régles fondamentales. Les différences et les similarités entre ces deux régles, en théorie
et en pratique, ont été étudiées notamment par Tax et al. [100]. Pour les sorties de type
1 et 2 (cf. page 29), les deux régles fondamentales prennent respectivement les formes
d’intersections et d’unions. Du fait que les sorties de type 3 (niveau "distance") soient les
plus riches en information, nous nous intéressons plus particuliérement a la fusion pour
ce type de sorties.

1.5.1 Combinaison usuelles

Pour généraliser, définissons v;x(x) comme étant une valeur numérique calculée par le
classifieur k£ pour la classe ¢ lors du classement d’un individu x. Ces valeurs peuvent étre
par exemple des probabilités ou des degrés d’appartenance. Soient [ le nombre de classes
possibles et K le nombre de classifieurs dont les sorties entrent en combinaison. Soient
[ 4+ 1 I'indice représentant la classe de rejet et 0 < 7' < 1, un seuil prédéfini de rejet. Les
regles de décision les plus couramment employées sont :

— La régle Maximum :

SC(x) = {
— La régle Minimum :

SC(z) = { 4y st vjp(z) = maxt_| (minf, vy (z)) >T (1.8)

g, si vjr(z) = mazl_| (mazf_| vg(x)) >T
[+ 1, sinon .

[+ 1, sinon .

— La régle Somme :

SC(z) = { g, si Z‘Ii(:l vig(z) = mazl_, (Tr, vie(x)) > T 1.9)
[+ 1, sinon .

La régle Moyenne :

st =K p(x = max!_ LK p(x)) >T
SC’(x) _ { i+1Ksing;11_ Jk( ) =1 (K k=1 k( )) = (1‘10)

La régle Médiane :

SC(z) = {

Dans les sections suivantes, nous allons présenter la régle de vote majoritaire et la
regle produit dans le cadre de la théorie Bayesienne de la décision puis dans le cadre de
la théorie de I’Evidence.

j, st vje(z) = mazt_| (medianel | vi(z)) > T

[+ 1, sinon . (1.11)
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1.5.2 Combinaison par vote

Supposons que chaque classifieur e; € F effectue un classement "net" affectant chaque
vecteur de caractéristiques (ou individu) a I'une des [ classes. Une méthode simple de com-
binaison des sorties de ces classifieurs est d’interpréter chaque sortie en tant que "vote"
pour 'une des [ classes. La classe qui a obtenu un nombre de votes supérieur a un seuil
préfixé est retenue en tant que décision finale. Si ce seuil est choisi comme étant la moitié
du nombre de classifieurs votants, la régle est appelée combinaison a vote majoritaire.

L’avantage de ce type de combinaison est qu’il peut étre utilisé pour tout type de
classifieur, quelque soit le type de sorties de ces classifieurs (cf. section 1.2.3). En effet,
lorsque ces sorties sont du niveau "classement" ou du niveau "distance", on peut toujours
les transformer en niveau "abstrait" (avec perte de richesse d’informations). La réciproque
n’est pas vraie, car le niveau le plus riche en informations est celui de "distance".

1.5.3 Combinaison par la Théorie Bayesienne de la décision

Soient S le nombre de classifieurs et C; (i € [1,{]) une classe. Les probabilités a
posteriori, pour les différentes classes C;, sont déterminées de la maniére suivante :

— P(CZ) g:lp(mz/c’i)
Yoy P(C)) T2, p(m./Cy)

ou m, représente le vecteur de forme utilisé par le classifieur e, (z € {1,...,5}), les
P(C;) et les P(C;) sont les probabilités a priori d’apparition des [ classes et les p(m,/C;)
sont les probabilités conditionnelles. S’il s’agit de combiner des classifieurs Bayesiens, ces
probabilités sont définies dans le chapitre 2, page 61.

P(C’i/ml,mg,...,mg) (]_]_2)

La détermination de ces probabilités a priori n’est pas aisée. Dans certains travaux ,
elles sont considérées équiprobables et dans d’autres, elles sont déterminées en fonction
des effectifs des classes (i.e., rapport de l'effectif d’une classe sur le nombre total d’indivi-
dus pour toutes les classes).

Ensuite, on peut affecter un individu = a une classe suivant la régle de décision de
Bayes;;

j, si P(Cj/ml,mg, .. .,ms) = maxie[l,”(P(C’i/ml,mg, .. .,mg)) Z T
[+ 1, sinon .

SC(x) = {

(1.13)
ou 0 < T <1 est un seuil prédéfini de rejet.

1.5.4 Combinaison par la Théorie de I’Evidence

Dans certains cas, 'utilisation de cette régle de Bayes peut étre inadaptée a la combi-
naison de décisions de plusieurs classifieurs. En effet, la régle de Bayes nécessite que les
mesures faites se comportent comme des probabilités. Dans le cas des décisions d’experts,
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cette condition est souvent impossible a respecter (Bahler et Navarro [6]), car un expert
peut trés bien vouloir accorder un certain crédit a deux classes (hypothése mixte), ce que
la théorie des probabilités ne permet pas d’exprimer simplement. La théorie de I’Evidence,
appelée aussi théorie des Croyances (Shafer [93]) est un des outils de raisonnement les plus
connus pour la représentation de I'incertitude et de I'imprécision dans les systémes a base
de connaissances. Par rapport aux approches statistiques et floues, la théorie de I'Evidence
présente 'avantage d’inclure une modélisation a la fois de 'incertitude et 'imprécision
lors de la combinaison de classifieurs et lors de ’affectation d’un individu & une classe. Des
masses sont affectées a tous les éléments de 2, plutot qu’aux éléments de Q seulement
(2 étant I’espace de décision). La fusion Bayesienne se retrouve comme cas particulier de
la théorie de ’Evidence. Les exemples de cas ou la théorie de I’Evidence peut étre mise a
profit sont :

— lorsque la décision d’un classifieur est ambigué, la théorie prend en compte cela en
affectant des masses a la réunion de plusieurs classes,

— lorsque les classifieurs ont des fiabilités différentes; il est possible de les prendre en
compte en affaiblissant ou renfor¢ant leurs masses par une pondération,

— lorsque la connaissance sur la fiabilité des classifieurs dépend des classes, ceci peut
étre pris en compte en modifiant les masses en fonction de cette connaissance.

Soient €2, un ensemble fini de [ hypothéses mutuellement exclusives w;,i € {1,...,(}
et 22, ’ensemble de puissance de €. Soit A, un sous-ensemble de €2 et donc élément de 2%
(ACQ, A€ 29). Le concept fondamental représentant I'incertitude est une distribution
de croyances par une fonction appelée fonction d’allocation de masse, définie comme une
application m, de ’ensemble de puissance 2 dans lintervalle |0,1], vérifiant :

m(A) > 0ssi A € 2

et S acom(A) = 1. (1.14)

Tout sous-ensemble de € tel que m(A) > 0 est appelé élément focal de m. La quantité
m(A) peut étre interprétée comme une mesure de la croyance affectée exactement a A et
a aucun de ses sous-ensembles, en 'absence de tout autre information. Dans cette théorie,
I'incertitude liée & un événement A € 2 est mesurée a I’aide des fonctions de Croyance
(Bel) et et de Plausibilité (P1).

Bel(A) est interprétée comme une croyance totale affectée a A :

Bel : 2% —[0,1]

A Bel(A) = Ygeqm(B). (1.15)

PI(A) est interprétée comme une croyance affectée a A. En fait 1 — PI(A) est une
mesure de doute en A. Elle est définie de la maniére suivante :
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Pl 2% — [0,1]

A PU(A) = Ygracg m(B) = 1 Bel(A). (1.16)

L’opération la plus importante concernant les distributions de croyances est la somme
(ou régle) orthogonale de Dempster [23]. Deux corps d’évidence (distributions de Croyances)
m; et my sont dits combinables si il y a au moins deux sous-ensembles non-disjoints
B et C tel que my(B) > 0 et my(C) > 0. La somme orthogonale de m; et my, notée
mi2 = my @ my est alors définie par :

mas(A) = > snc—a M1 (B)my(C)

1 > src—p M1 (B)ma(C) (1.17)

Pour S sources, du fait que la régle de Dempster est associative et commutative, la
combinaison se fait par combinaison successives (dans un ordre quelconque) et permet
d’obtenir le corps d’évidence final m qui est noté :

S
m =P m. (1.18)
=1

Finalement, une régle de décision doit étre choisie et appliquée afin de retenir I’hy-
pothése la plus vraisemblable. La fonction de décision la plus couramment employée est
celle de maximum de Crédibilité (ou de Croyance). Lorsque les hypothéses composées ne
sont pas traitées et que m(f) = 0 (on se retrouve alors dans un cas similaire a la fusion
Bayesienne), elle devient :

J, si Bel(C}) = max;ejo(Bel(C;)) > T

[+ 1, sinon . (1.19)

SC(xy) = {

o 0 < T <1 est un seuil prédéfini de rejet .

Des études plus détaillées, sur le plan théorique, sont celles de Smets [97| et de Bloch
[10]. Sur le plan applicatif, une étude appliquée a 'interprétation automatique d’images
satellites a été faite par Zahzah [115]. Franke et Mandler [32] notent que la combinaison
de probabilités par la régle de Dempster se réduit & une combinaison par la théorie Baye-
sienne de la décision. La régle de Dempster peut alors étre vue comme une généralisation.

Dans le cas des combinaisons de classifieurs Bayesiens (cf. chapitre suivant), les proba-

bilités a posteriori ne peuvent étre combinées par la régle de Dempster que si les différentes
classes sont équiprobables (ou proches de I’équiprobabilité), c¢’est-a-dire,

P(Cy) = P(Cy) = ... = P(Cy) = 1/L. (1.20)
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Sinon, les probabilités a priori seraient combinées S fois (S étant le nombre de classifieurs
concernés par la fusion), chaque classifieur ayant tenu compte des probabilités a priori
une fois. Il est possible d’utiliser les régles de combinaison proposées par Appriou [4] qui
permettent de s’affranchir de cette limitation.

1.5.5 Autres cadres théoriques de la combinaison

D’autres cadres théoriques permettent également d’effectuer des combinaisons, souvent
avec des résultats équivalents. Tout comme il est difficile de prouver que tel classifieur
est meilleur que tel autre pour tout probléme de RdF, il n’est pas aisé non plus de
prouver que tel cadre théorique convient mieux que tel autre pour tout probléme de RdF.
En particulier, la théorie des ensembles flous et la théorie des possibilités constituent
des cadres théoriques performants. Verikas et al. [109], entre autres, ont effectué des
combinaisons par l'intermédiaire des intégrales floues de Sugeno et de Choquet.

1.6 Coopération de classifieurs

Ces méthodes utilisent les décisions et/ou les résultats d'un classifieur pour mieux gui-
der un ou plusieurs autres classifieurs dans leur prise de décision. Le plus souvent, c¢’est le
vecteur de décision d’un classifieur qui est transmis a 'entrée d’un autre classifieur (no-
tamment pour Huang et Suen [57||58|; Happel et Bock [48]), car ce type d’informations
est celui qui comporte le moins de différences (dans sa forme) d’un type de classifieur
a un autre (ce qui conduit a une méthode plus générale). Cet avantage permet de faire
coopérer des classifieurs de différents types plus facilement. Cependant, d’autres types
d’informations peuvent également étre transmis ou regus (exemple : un classifieur pour-
rait communiquer les classes rejetées).

La coopération peut engendrer soit une réduction de 'espace de décision (travaux de
Cao et al. [13]), soit une réduction de l'espace de représentation (voir I’algorithme 3C,
au chapitre 3), soit une réduction de l’espace des caractéristiques (travaux de Jaimes et
Chang [60] et de Loonis et Ménard |73]). Ainsi, les classifieurs entrant en coopération
peuvent étre spécialisés de trois maniéres différentes :

— dans l’espace des caractéristiques,

— dans l'espace de décision,

— et/ou dans espace de représentation.

La figure 1.6 illustre les interactions possibles entre les différents classifieurs d’un
systéme mettant en ceuvre la coopération. Dans cette configuration, les vecteurs de ca-
ractéristiques x1, xo et x3 concernent un méme individu a classer, mais ils peuvent étre
différents les uns des autres. Les classifieurs eq, e; et e3 n’ont pas nécessairement un espace

de discernement commun (c’est le cas, notamment, des classifieurs hiérarchiques).
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F1G. 1.6 — Systeme de classifieurs effectuant la coopération de classifieurs.

Un cas particulier de systéme de classifieurs en coopération est celui des classifieurs
multi-niveaux (ou hiérarchiques) mis en ceuvre essentiellement par la communauté des
réseaux connexionnistes. Ce type de systéme est un cas particulier de la coopération,
puisque a partir de la figure 1.6, lorsqu’on élimine la liaison entre e; et e3 et qu’on rend
unidirectionnelles les liaisons entre e; et e; d’une part et entre e; et eg d’autre part (diri-
gés vers la droite), on obtient un systéme de classifieurs hiérarchiques ou e; se trouve au
niveau supérieur et e, et ez se trouvent au niveau inférieur. Généralement, ils permettent
de réduire 'espace de décision, un classifieur du niveau supérieur désignant un classifieur
du niveau inférieur apte a classer I'individu présenté en entrée du systéme. Le systéme
proposé par Cao et al. [13] est de ce type. Il permet également d’effectuer une sélection
adaptative (voir ce terme plus loin, dans la section sélection de classifieurs).

Le lecteur peut trouver dans le tableau de la figure 1.8 les références de quelques tra-
vaux en fonction du type de systéme de classifieurs et en fonction du type de spécialisations
des classifieurs impliqués.

1.7 Sélection de classifieurs

Dans la communauté Apprentissage, la plupart des études actuelles concernent la com-
paraison des différents algorithmes (Jaimes et Chang [59]). Le critére de qualification le
plus souvent adopté est celui de la performance de ces algorithmes sur des ensembles
de données standards. Comme Salzberg 1’a précisé |91], puisque les performances des
classifieurs dépendent fortement du domaine spécifique dans lequel ils sont appliqués, de
telles comparaisons peuvent conduire a des erreurs. C’est la raison pour laquelle les cher-
cheurs de cette communauté préconisent 1’évaluation empirique des algorithmes dans leur
domaine d’application. Ceci conduit tout naturellement & la sélection statique de classi-
fieurs. Or, dans le cadre des systémes de classifieurs, le meilleur classifieur (ou le meilleur
sous-ensemble de classifieurs) peut étre différent suivant l'individu & classer. On parle
alors de sélection adaptative et de sélection dynamique.
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Selon Giacinto et al. [37|, les approches utilisées par la communauté des réseaux
connexionnistes peuvent étre classées en deux stratégies de conception : la stratégie "di-
recte" et la stratégie "surproduire et choisir" (en se référant a des classifieurs). La premiére
stratégie consiste a générer des réseaux de neurones décorrélés directement (dont les sor-
ties peuvent alors étre combinées), tandis que la deuxiéme consiste & créer un ensemble
initial conséquent de réseaux et de choisir le sous-ensembles des réseaux les plus décorré-
lés. Cette seconde stratégie est en fait une stratégie de sélection statique de classifieurs.

Dans le cadre de la sélection adaptative, plusieurs articles présentent des méthodes de
sélection d’un classifieur utilisant une estimation des performances locales dans de petites
régions de Iespace de représentation entourant un échantillon de test inconnu (Woods et
al. [111]). Cependant, c’est uniquement la sortie du meilleur classifieur pour cette donnée
qui est utilisée pour la prise de décision finale. Ces algorithmes sont souvent fondés sur des
méthodes d’optimisation, comme par exemple, les algorithmes génétiques et les réseaux
de neurones.

Certains auteurs considérent que la sélection adaptative et la sélection dynamique ont
la méme signification (Ho et al. [53]; Giacinto et Roli [33]). Nous faisons la distinction
entre ces deux notions. S’il est vrai que, dans le cas de la sélection adaptative, différents
classifieurs ou sous-ensembles de classifieurs sont sélectionnés en fonction de 'individu pré-
senté en entrée du systéme, plusieurs individus identiques mais issus d’instants différents
conduisent a la sélection du, ou des méme(s), classifieurs. L’aspect temporel, ¢’est-a-dire
le fait qu’un individu soit associé a un instant ¢ donné, n’est donc pas pris en compte. Une
sélection dynamique doit, au contraire, conduire & des choix différents suivant 'instant
considéré. Ceci est nécessaire lorsque les classes sont évolutives (par exemple, lorsque les
centres de classes se déplacent au cours du temps). D’ou la taxonomie que nous proposons
ci-dessous :

Sélection statique : Pour tout individu z,, & tout instant ¢, le classifieur ou le sous-
ensemble de classifieurs retenu par le systéme de classifieurs est celui défini dans la
phase d’apprentissage. La stratégie "surproduire et choisir" de la communauté des ré-
seaux connexionnistes utilise ce type de sélection. Giacinto et al. [36] ainsi que Sharkey
et al. [95] ont proposé ce type de systémes de classifieurs.

Sélection adaptative : Pour tout individu x, a tout instant ¢, le systéme de classifieurs
retient les sorties d’un ou plusieurs classifieurs adaptés aux valeurs numériques des carac-
téristiques de 'individu a traiter. L’algorithme 3C que nous proposons au chapitre 3 est
un exemple de ce type de sélection. Woods et al. [111] et Cao et al. [13] ont également
proposé ce type de systémes.

Sélection dynamique : Pour un individu z; donné, le systéme de classifieurs retient
les sorties d'un ou plusieurs classifieurs adaptés a 'individu (i.e., aux valeurs numériques
des caractéristiques de 'individu) & traiter, a I'instant considéré. Le comportement du
systéme peut étre périodique : pour deux individus x;; et x4 pris respectivement aux ins-
tants t; et to =1 41, ou 1" est la périodicité du comportement du processus, le systéme
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doit sélectionner, dans les deux cas, le méme classifieur ou le méme sous-ensemble de
classifieurs. A notre connaissance, la méthode que nous proposons au chapitre 4 constitue
le seul exemple vérifiant cette définition.

La figure 1.7 illustre les interactions possibles entre les différents classifieurs d’un
systéme mettant en ceuvre la sélection. Dans cette configuration, les vecteurs de carac-
téristiques X, Xy et X3 concernent un méme individu a classer, mais ils peuvent étre
différents les uns des autres. Les classifieurs ey, eo et e3 n’ont pas nécessairement un es-
pace de discernement commun. Par contre, si on veut retenir les résultats de plusieurs
classifieurs, il faut respecter les contraintes de la combinaison (cf. section 1.3.3). Ainsi, on
peut associer a cette sélection, une combinaison et/ou une coopération de classifieurs. On
a alors une approche mixte ou hybride de systémes de classifieurs.

X3
e

8
|3

4

Sélection d'un
ou plusieurs

classifieurs  |.................e Classifieur(s) choisi(s)

F1G. 1.7 — Systeme de classifieurs effectuant la sélection de classifieurs.

1.8 Systéme de classifieurs hybride

Certains systémes de classifieurs effectuent a la fois des opérations de type combinai-
son, coopération et/ou sélection (statique, adaptative ou dynamique) de classifieurs. Le
schéma de la figure 1.3 (section Définition d’un systéme de classifieurs) résume les diffé-
rents types d’associations dans un systéme de classifieurs.

Le systéme proposé par Jaimes et Chang |60] est de ce type. Il permet la combinaison
et la coopération de classifieurs. La coopération se fait entre des classifieurs hiérarchiques,
i.e., les décisions des classifieurs de bas niveaux servent d’entrée a des classifieurs de plus
haut niveau qui prennent des décisions de plus haut niveaux.

Nous proposons, dans le chapitre 3, un systéme qui effectue les trois types d’opérations
(combinaison, coopération et sélection adaptative). Le tableau de la figure 1.8 résume les
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1.8. Systéme de classifieurs hybride

travaux existants et toutes les possibilités offertes dans le cadre des systémes de classi-
fieurs. Les systémes hybrides y sont facilement identifiables par le fait qu’on les trouve ou
non dans plusieurs colonnes (dans ce sens, les trois colonnes de sélection n’en font qu’'une).
Le tableau 1.2 cite les différents types d’opérations effectuées dans les systémes les plus
récemment proposés dans la littérature.

Types d’opérations effectuées

Auteurs Combinaison | Coopération Sélection
Statique | Adaptative | Dynamique

Sharkey et al.[95] oui oui
Giacinto et al.|36] oui oui
Giacinto et al.|34] oui oui possible
Cao et al.|13] possible oui possible oui
Woods et al.[111] oui possible oui
Gunes et al.[46] oui oui possible oui
Gunes et al.[42] oui possible possible oui

TaB. 1.2 — Comparatif de quelques travaux récents.
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Chapitre 1.

Spécialisation des classifieurs Combinaison Coopération Sélection
|l Espaces |} | § Méthodes | de classifieurs de classifieurs Statique | Adaptative | Dynamique
Caractéristique | Heuristiques Van Breukelen et al.[108] | Jaimes et Chang[60] | Sharkey et al.[95] Gosselin [39]
et Chen et al.[15]
diverses Xu et al.[112]
Ho [54]
Loonis et Ménard [73]
Décision Différents Giacinto et al.[36] Giacinto et Roli[34] | Giacinto et al.[36] | Woods et al.[111]
principes Ho et al.[52]
Différents Ng et Singh [80] Giacinto et Roli[34] | Giacinto et al.[36] Cao et al.[13]
parameétres Rogova [88] Cao et al.[13] Sharkey et al.[95]
ou Cho et Kim [17]
initialisations
Représentation | Sélection Wolpert [110] Giacinto et Roli[33]
aléatoire Quinlan [87]
Ho [55]
Catégorisation Gunes et al.[46] Gunes et al.[46] Gunes et al.[46]
(clustering)
Sélection Gunes et al.[42] Gunes et al.[42]
temporelle

Fic. 1.8 — Exemples de travaux concernant les systémes de classifieurs. A notre connaissance, certaines solutions n’ont pas

encore été traitées (cases vides).
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1.9 Conclusion

On peut remarquer que dans la littérature, la combinaison, la coopération et la sé-
lection (statique ou adaptative) ont déja été utilisées dans les Systémes de Classifieurs
pour reconnaitre des classes statiques. Lorsque les classes ont des formes complexes, ces
opérations permettent, généralement, d’obtenir de meilleurs taux de reconnaissance, par
rapport a un seul classifieur. La sélection adaptative a parfois été confondue avec la sé-
lection dynamique de classifieurs. Ceci est di au fait que I'aspect temporel a été négligé,
alors qu’il devrait étre pris en compte explicitement.

D’autre part, il apparait clairement que pour reconnaitre des classes dynamiques, il est
nécessaire de faire intervenir, en plus de ces opérations (utilisés dans le cas statique), la
sélection dynamique de classifieurs. Par conséquent, il faut non seulement combiner, faire
coopérer et sélectionner les classifieurs en fonction de la situation (de I'individu a classer,
des performances des classifieurs individuels, etc.) mais aussi en fonction du temps. La
reconnaissance statique n’est souvent plus suffisante et il convient de développer des Sys-
temes de Classifieurs capables d’anticiper I'évolution des classes. Ainsi, c’est la capacité
d’un systeéme a effectuer la sélection dynamique de classifieurs qui est la plus utile pour la
reconnaissance de classes dynamiques. La conception de tels systémes reste un probléme
largement ouvert, en particulier pour ceux mettant en ceuvre des opérations telles que la
coopération et la sélection.

A travers le recensement des travaux effectués dans le domaine des classifieurs et des
Systémes de Classifieurs, nous souhaitons mettre en évidence deux aspects différents de
la RAF ; les aspects statique et dynamique. Dans le cas de la RAF statique, le temps n’est
pas pris en compte ou alors il ne I’est qu’implicitement. Dans le cas de la RAF dynamique,
il devient absolument nécessaire de prendre en compte ’aspect temporel. Nous étudions
et approfondissons cette problématique dans le chapitre suivant.

ol
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Combinaison, coopération et sélection de classifieurs
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Chapitre 2

Aspects statiques et dynamiques de la
RdF

A travers ce chapitre, nous étudions [’aspect temporel des systémes de RdF. Apres
avoir spécifié les aspects statiques et dynamiques des objets a reconnaitre et des classes
constituées par ces objets, nous expérimentons quelques cas ot les performances des clas-
sifieurs se dégradent. Ces dégradations sont dues a la dynamique des classes. Ensuite nous
proposons deux approches possibles pour le traitement des classes dynamiques.
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2.1. Introduction

2.1 Introduction

Le terme '"reconnaissance dynamique" peut sous-entendre plusieurs approches qu’il
faut analyser. Le processus met-il en jeu des objets dynamiques ou des classes dyna-
miques ' ? Doit-on parler de reconnaissance de classes dynamiques ou de reconnaissance
dynamique de classes ? Nous tentons, dans ce chapitre, de répondre a ces questions.

Les objets (au sens physique) sont dynamiques lorsqu’ils (ou leurs points représenta-
tifs) sont en mouvement par rapport a un référentiel donné. C’est le cas d’un objet réel
(un solide non déformable) en mouvement, par exemple, un missile. Cette dynamique
n’implique pas nécessairement une évolution (variation) de leurs caractéristiques dans le
temps. L’individu reste statique dans son espace de représentation. Les classes constituées
par de tels objets sont statiques (stationnaires). Dans I'exemple des missiles, leurs carac-
téristiques visuelles (externes) ne dépendent que du modéle (ou classe) de missile.

Lorsque les caractéristiques d’objets appartenant a une classe subissent des évolu-
tions, cette classe est appelée classe évolutive ou classe dynamique. Un exemple d’objets
(naturels) dynamiques subissant des évolutions est donné par les poissons. Les caractéris-
tiques des différentes espéces de poissons varient tout au long de ’année. Ainsi, ce sont
les observations d’'un méme poisson (individu au sens de la RAF) qui varient périodique-
ment dans ’espace de représentation. On a alors a traiter des classes dynamiques, d’ou
notre préférence pour l'utilisation de ’expression reconnaissance de classes dynamiques.
Nous sommes bien conscients qu’a ces variations peuvent s’ajouter des variations dues
au vieillissement de ces individus. Pour tenir compte de ces variations, d’autres travaux
doivent étre entrepris. Par conséquent, nous distinguons deux types d’évolutions : les
évolutions périodiques (cas des poissons) et les évolutions apériodiques (exemple : vieillis-
sement des visages).

Ci-dessous, nous distinguerons deux types de trajectoires. La trajectoire d’'un objet
dans un espace physique, différent de l'espace de représentation et la trajectoire d’une
classe dans l'espace de représentation des individus. En effet, la trajectoire d’un objet
peut étre décrite par un ensemble de mesures caractérisant celui-ci. Ces mesures peuvent
étre, par exemple, les différents coefficients d’un polynéme décrivant la trajectoire de
I'objet. La dimension de I'espace de représentation des individus (égale au nombre de ces
coefficients) est ainsi différent de I’espace physique dans lequel se déplace I'objet. Quant
a la trajectoire d’une classe, elle se décrit dans I’espace de représentation des individus.
Pour définir ce type de classes, nous réduisons, a tout instant, une classe d’individus a
son prototype. Dans cette étude, nous prendrons le centre de la classe.

Dans ce chapitre, il est nécessaire de distinguer les notions d’Objets et de Formes (ou
individus). En effet, deux aspects dynamiques différents entrent en jeu pour caractériser
un objet : la dynamique de I’Objet dans I'espace physique et la dynamique de la Forme

1 On parle aussi de Classes Non Stationnaires (CNS), par opposition aux classes stationnaires (classes
statiques).
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Chapitre 2. Aspects statiques et dynamiques de la RdF

associée a I’Objet, dans ’espace de représentation. Dans ce travail, nous émettons 'hypo-
these que lorsque les Formes sont dynamiques, les classes constituées de ces Formes le sont
également (le centre et/ou la matrice de dispersion de la classe évoluent). Ainsi, lorsque
nous parlerons de classes dynamiques, nous sous-entendrons des Formes dynamiques. La
dynamique de I’Objet ne fait pas partie de la problématique de la RAF, mais plutot de la
phase d’extraction des caractéristiques. Cependant, la dynamique de I’Objet et la dyna-
mique de la classe peuvent servir de caractéristiques, respectivement, d’'un Objet et d’une
classe dynamique. Les différents cas d’Objets et de classes dynamiques sont les suivants :

e Objets Statiques, Classes Statiques (OSCS) :
Cette problématique est largement traitée dans la littérature. Un état de 'art récent
est celui de Jain et al. [61|. Exemple d’application : tri de produits manufacturés.

e Objets Dynamiques, Classes Statiques (ODCS) :
Les caractéristiques des trajectoires d’objets sont prises en compte de la méme
maniére que tout autre caractéristique (Alder [3]). L’étude se raméne alors a celle
des OSCSs. Exemple d’application : identification de missiles.

e Objets Statiques, Classes Dynamiques (OSCD) :
On distingue les deux types de classes évolutives (ou dynamiques), celles qui su-
bissent des évolutions apériodiques et celles dont les évolutions sont périodiques.
Exemples d’applications : reconnaissance de visages (évolution apériodique due au
vieillissement), tri automatique de poissons morts, par espéce (évolution périodique,
en faisant abstraction du vieillissement).

e Objets Dynamiques, Classes Dynamiques (ODCD) :
Les caractéristiques des trajectoires d’objets peuvent devenir des caractéristiques
d’objets. Elles sont traitées de maniére a caractériser les objets a reconnaitre, i.e.,
a les transformer en caractéristiques de ces objets. La problématique devient alors
identique a celle des OSCDs. Exemple d’application : tri automatique de poissons
par espéce dans des passes a poissons.

Ces différentes problématiques sont résumées dans la figure 2.1 et les passages d’une
problématique a une autre sont montrés dans la figure 2.2. Dans la suite, nous propo-
serons des algorithmes permettant de traiter les OSCSs (au chapitre 3) et les OSCDs
(au chapitre 4). Les principes et méthodes appliqués aux ODCSs peuvent étre également
appliqués aux OSCDs lorsque I'on transforme les classes dynamiques en classes statiques.
Il y a alors intégration du temps dans la construction des classes, i.e., les nouvelles classes
sont obtenues en intégrant les classes respectives en fonction du temps. Mais ceci conduit,
parfois, & des cas difficiles & résoudre, en particulier lorsque les trajectoires des classes
s'intersectent (dans l’espace de représentation, en particulier de faible dimension).

Lorsqu’il est possible de modéliser la trajectoire d’une classe dynamique par la tra-

jectoire du prototype (ou centre) de cette classe, on définit la trajectoire d’une classe par
trois composantes :
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Classes Statiques

Objets Dynamiques
(ODCS)

Ensemble des
classes d’individus

Classes Dynamiques

Objets Dynamiques
(ODCD)

F1G. 2.1 — Les différentes situations dans le cadre de la RdF.

— la tendance, représentée par une fonction déterministe (du temps), variant lentement
dans le temps,

— le facteur saisonnier (périodique) que I’on peut traduire par une fonction périodique
du temps, de période donnée,

— le mouvement résiduel qui correspond aux fluctuations ponctuelles non prises en
compte par les composantes précédentes.

Cette évolution temporelle, caractéristique de la classe dynamique, peut étre repré-
sentée par un ensemble d’observations de la classe, effectuées a une fréquence donnée et
repérées dans l'ordre croissant du temps. Le temps joue alors un role fondamental dans
le processus de reconnaissance a mettre en ceuvre.

Cependant, il est souvent difficile voire impossible de disposer de toutes ces informa-
tions permettant de définir les trois composantes définies ci-dessus. Nous proposons alors
une approche dans laquelle le systéme de reconnaissance s’adapte a I’évolution des classes
(cf. chapitre 4). Dans d’autres cas, il est possible de faire abstraction de la variable tempo-
relle. C’est ce que nous décrivons dans le section suivante, ol les objets sont dynamiques,
mais les classes sont statiques.

2.2 Objets dynamiques

Un exemple ot il est bénéfique d’utiliser les trajectoires d’objets pour discriminer des
Formes est celui de la reconnaissance de missiles et d’avions. Ces trajectoires sont égale-
ment des informations utiles et peuvent servir de caractéristiques permettant de distinguer
ces deux classes. Ceci est d’autant plus judicieux que les systémes radars ne permettent
pas d’obtenir d’autres caractéristiques. Cette méthode, mise en ceuvre notamment par
Alder [3], peut aussi étre utilisée dans toute application ou les trajectoires d’objets dans
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Trajectoire de I'objet = Caractéristique de I'objet

Trajectoire de la classe =
Caractéristique de la classe

W Fobjet =

Caractéristique de I'objet

FiG. 2.2 — Passage d’une problématique de RAF & une autre.

un repére permettent 'identification de ces objets. Ces caractéristiques n’évoluent pas
en fonction du temps. Ce sont les objets qui sont dynamiques. Dousson et Ghallab [25]
ont proposé une méthode similaire, fondée sur une modélisation par des réseaux de Petri,
pour le cas ou le temps est discret et ou une Forme peut étre décrite par un ensemble
d’événements successifs.

Pour illustrer notre propos, prenons un exemple d’objets en mouvement circulaire. Sup-
posons que l'on soit amené a reconnaitre un ensemble d’objets X constitué de [ classes.
Chaque objet peut étre décrit par ses caractéristiques classiques (exemples : poids, lon-
gueur, largeur, texture .. etc) mais aussi par des caractéristiques de sa trajectoire. Dans
le cas choisi, la trajectoire d’'un objet peut étre décrite par une application f telle que :

f:R— R

() o

ol a et b sont deux constantes qui caractérisent la trajectoire de ’objet, a correspond au
rayon de la trajectoire et b correspond a la vitesse angulaire de 1’objet.

Si chaque classe d’objets est caractérisée par une vitesse angulaire (uniforme) et un
rayon de rotation propres, la famille d’applications G' = {g; }icp1, telle que :

g; ZR—)R2

PN ( a; cos (b; t) ) (2.2)
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permet de décrire les [ classes d’objets. Les couples (a;, b;) représentent alors les centres
des classes. Ils correspondent au rayon de rotation et a la vitesse angulaire de la classe
1. Si ces caractéristiques n’évoluent pas elles-mémes dans le temps alors on obtient des
classes statiques. Lorsque les trajectoires ne sont pas connues, par exemple dans le cas de
la reconnaissance de personnes en mouvement, il arrive qu'un individu soit occulté par
un autre. Dans ce cas, 'analyse colorimétrique des images successives peut permettre le
suivi automatique de personnes (Postaire et Macaire [85]).

La trajectoire d’un objet peut étre aussi bien continue (exemple ci-dessus) que discréte.
Dans le deuxiéme cas, il s’agit de traiter une séquence de points représentant 1’objet. Un
recensement des travaux concernant les "Classifieurs dynamiques" utilisés en reconnais-
sance automatique de la parole est fait par Haton [51]. Ce recensement est volontairement
limité aux modéles neuronaux et hybrides (combinant I'approche connexionniste avec
d’autres approches).

L’inconvénient principal de cette "transformation" d’Objets dynamiques en Formes
statiques est que la reconnaissance nécessite une acquisition préalable de la trajectoire de
I’objet a reconnaitre sur un certain interval de temps dépendant de ’application, en vue
de sa modélisation. Ceci implique que, indépendamment du temps de traitement dans la
chaine conduisant & la reconnaissance, celle-ci devient, en général, impossible a effectuer
dans des conditions de temps réel. Il est alors pertinent de mettre en ceuvre des méthodes
de classement-prédiction (ou de classement-prédiction-vérification).

[’avantage principal en est que, si une partie de la trajectoire de 'objet (en général,
le début de la trajectoire) peut suffire & la reconnaissance de l'objet, on peut prédire
le reste de la trajectoire de 1'objet, désormais identifié. La prédiction de la trajectoire
de I'objet est tres utilisée, notamment dans les applications militaires. Un autre avantage
important de la méthode est qu’on peut identifier un objet sans "le voir". La connaissance
de son comportement dynamique (i.e., sa trajectoire) est souvent plus discriminante que
des caractéristiques physiques (chromatiques, morphologiques, etc.).

2.3 Quelques modéles de classes dynamiques

Dans les méthodes markoviennes, la Forme est considérée comme un signal continu
observable a différents instants, ces observations constituant des "états d’observation".
Pour chaque état, un modéle stochastique posséde une variable aléatoire D(t) = d;, t €
[1,T] (et i € [1,n], n étant le nombre d’états possibles, considéré invariant dans le temps),
qui prend ses valeurs dans ’ensemble des observations que 'on fait dans le temps (sur le
phénoméne analysé). Ainsi, une évolution du systéme (’ensemble des classes) peut étre
représentée par une suite de transitions d’états a partir d’un état initial D() = d;. La loi
d’évolution du systéme consiste a obtenir les chaines de transitions dy, ds, ..., d,, YVm <T
avec la probabilité P(dy,dy, .. .,dr). Cette probabilité est donnée par;

P(dy,ds, ...,dr) = P(d)) x P(ds)dy) x P(dy/do,dy) % ... x P(dp/dp_i,....dy) (2.3)
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Ce processus stochastique vérifie la propriété de Markov, si pour tout ¢ :

P(D(t) = d/D(1) = dy, D(2) = ds, ..., D(t—1) = d;) = P(D(t) = d/D(t—1) = d;) (2.4)

En remplagant D(t) par D; et en utilisant la propriété de Markov, il vient :
P(Dl, .. -;DT) = P(Dl) X P(Dg/Dl) X P(Dg/Dg) X ... X P(DT/DTfl) (25)

L’évolution dépend entiérement de la probabilité initiale et des probabilités des transi-
tions successives. Si la suite de variables aléatoires D = (Dy)cpi 1 vérifie la propriété de
Markov, elle est appelée chaine de Markov. Un réseau ou graphe markovien est un graphe
représentant une chaine de Markov. On peut associer aux arcs des probabilités de tran-
sitions (indépendantes du temps également). Ces probabilités peuvent se mettre sous la
forme d’une matrice appelée matrice de transition ou matrice de passage ou encore matrice
stochastique de transition. Un graphe markovien muni de sa matrice stochastique de tran-
sition donne un graphe Bayesien muni de ses probabilités conditionnelles (Fabiani [29]).
Lorsque les modéles nécessaires comportent beaucoup d’états, ces méthodes deviennent,
malheureusement, complexes a gérer (recherche du chemin le plus probable correspondant
a la chaine d’entrée, dans le graphe d’états).

Boutleux [12] a proposé de définir par un couple de classes les états extrémes de ’évo-
lution d’une classe. Il appelle ces couples de classes des classes extrémités. La trajectoire
de cette évolution est constituée de segments de droites (nombre de segments fixe). Des
degrés d’appartenance sont définis pour les deux classes extrémités. Ces degrés d’appar-
tenance sont déterminés en fonction de la position spatiale de la classe en évolution, sans
notion de dépendance du temps. La méthode prend en compte I’évolution possible du
nombre de classes au niveau de la régle de décision (ce qui correspondrait & un nouveau
mode de fonctionnement). L’inconvénient de cette approche est que seules les classes évo-
luant "d’une classe extrémité a une autre" sont traitées.

Les travaux de Cron [20]| s’appuient sur des ensembles flous dépendants du temps et
concernent deux types "d’états dynamiques"'?. Le premier type est la représentation d’un
état dont les caractéristiques dépendent du temps. Le second concerne les changements
d’états, i.e., ’évolution d’'un état vers un autre. Son approche consiste a représenter les
classes dynamiques par des ensembles flous dépendants du temps en apprenant I’évolution
des classes grace & une méthode de régression floue.

2.4 Quelques expérimentations

Nous nous proposons, dans cette section, d’étudier 'influence des évolutions des classes
sur les performances des classifieurs. Une classe dynamique est susceptible de subir trois

12Les classes dynamiques sont nommeées ainsi par la communauté diagnostic par RdAF. Elles sont aussi
appelées classes évolution et classes mnon stationnaires (dans le cas des évolutions apériodiques).
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types d’évolutions;
e sur la densité des individus de la classe,
e sur la forme de la classe,

e sur la position du centre de la classe (classe statistique).

Lorsque les positions des centres de classes sont suffisamment éloignées les unes des
autres, les deux premiers types de variations influent peu sur les performances d’un classi-
fieur ou d’un systéme de classifieurs (phase de classement). Par contre, si les positions des
centres évoluent (méme si les positions sont trés éloignées, a l'instant initial), les perfor-
mances peuvent sensiblement varier et chuter. La variation de la position est celle qui est
la plus susceptible de nécessiter une modification des frontiéres de décisions entre classes.
Les travaux de Cron [20| et de Boutleux [12]| concernent ce type d’évolutions, dans la
cadre du diagnostic par RAF : classes qui évoluent vers d’autres classes (qui sont, dans ce
cadre, des "états dynamiques").

L’idée est de simuler, dans un cadre statistique, I’évolution de classes dynamiques par
des modeles simples afin d’évaluer 'influence de I’évolution des classes sur le taux de re-
connaissance. Nous présentons deux cas ou ce taux se dégrade : lors de la variation des
positions des centres et lors de la variation des densités de classes.

Dans cette étude, la détermination de la performance est effectuée par le calcul des
taux de reconnaissance, car leur interprétation par un expert est simple. La matrice de
confusion fournit directement les taux de reconnaissance associés a chaque classe. Nous
nous intéressons au taux de reconnaissance global ainsi qu’aux différents taux partiels. Le
classifieur utilisé est un classifieur Bayesien.

2.4.1 Classement Bayesien
Propriétés des classes

L’objectif de cette étude est I’observation des performances d’un classifieur et non celui
de modéliser le mieux possible les classes réelles. Comme il est d’usage dans la majorité
des travaux, nous supposons que la distribution des caractéristiques dans 1’espace de
représentation R? obéit, pour chaque classe, a une loi normale (Gaussienne). Cette loi est
généralement admise pour la plupart des phénoménes naturels et permet de définir une
classe statistique. Soit [ le nombre de classes. Dans le cas multidimensionnel, la probabilité
(conditionnelle) d’avoir un vecteur de Forme x;, € R?, sachant qu’elle appartient a la classe
C;, i € [1,1] s’écrit alors;;

plae/C3) = — - expl— on — )'S; (on — i) (2.6

ou :

e i, est le vecteur caractéristique moyen de dimension d, relatif a la classe C},

61



Chapitre 2. Aspects statiques et dynamiques de la RdF

e ;. la matrice des variance-covariances de dimension d X d, relative a la classe C}.

Probabilités a posterior:

Ces probabilités sont déterminées a ’aide de la formule de Bayes :

p(zi/Ci) P(Ci)

(2.7)

ou :
e P(C;) est la probabilité d’apparition a priori de la classe Cj,
e p(C;/xy) est la probabilité a posteriori d’appartenance de xy a la classe Cj,

o P(x) =X p(x/C;)P(C;) est la densité de probabilité du mélange, terme qui sert
de normalisation de la distribution des probabilités sur les différentes classes.

Ce calcul est équivalent & la combinaison de deux sources!'?, les probabilités a priori et
les probabilités conditionnelles aux classes. La premiére provient généralement de ’expé-
rience d’un expert, ou de l'observation du classement nécessitant le calcul des occurrences
des différentes classes divisés par le nombre total des observations. La seconde source
provient de la modélisation mathématique des classes d’aprés les mesures effectuées sur
I’ensemble des observations.

Régle de décision Bayesienne

La régle de décision Bayesienne consiste a choisir la classe pour laquelle la probabilité
p(Ci/zk) est la plus élevée. Choisir la probabilité maximale revient a prendre la décision
dont le colt est minimal. Soit e, un classifieur de type Bayesien. Sa décision (avec la
possibilité de rejet) est donnée par la fonction :

Cj, si P(Cj/wp) = maxep g (P(Ci/wp)) > T

Ciy1, sinon .

o 0 < 7T <1 est un seuil prédéfini de rejet. La classe étiquetée (), correspond alors a
la classe de rejet.

2.4.2 Génération de distributions Gaussiennes

Nous générons les différentes classes selon des distributions normales. Pour une repré-
sentation plus facile du phénoméne simulé, nous nous limitons a la dimension 2. Soit
et xq, les deux caractéristiques a générer. La distribution Gaussienne a une dimension,
d’écart-type o et de moyenne p est de la forme :

(2.9)

13Dans le chapitre 1 (page 42), nous avons présenté la formule de Bayes adaptée & la combinaison des
sorties de plusieurs classifieurs.
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Elle est normalisée : [*2° p(x)dz = 1.

Les variables aléatoires x; et x5 & obtenir doivent résulter de deux fonctions Gaus-
siennes indépendantes.

Génération par une méthode de transformation

Pour ce type de méthode, il faut respecter la loi de transformation fondamentale des
probabilités qui est, dans le cas multidimensionnel, exprimée par;

a(ylay% .. ;yn)

dridzs . . .dx,
O(x1, T, ..., Ty) 1102 v

(2.10)

p(xlax% cee 7xn)dx1dx2 .. dxn - p(ylay27 N 7yn)

ou :
° ‘3—8‘ est le déterminant Jacobien des y par rapport aux .
® Yyi,Ys,...,Y, sont des variables aléatoires avec une distribution de probabilités jointes
(Y1, Y2, - - -, Yn) uniforme.

e et 1,9, ..., 2, sont chacune des fonctions de tous les y ( méme nombre de z que de y).

La méthode de transformation de Box-Muller

En utilisant la méthode de transformation de Box-Muller [31] qui respecte la loi de
transformation fondamentale des probabilités et pour laquelle :

21 = /—2Iny; cos 2mys, (2.11)
Ty = \/—21Iny; sin 27ys, '

le déterminant Jacobien devient :
0 Oy Oy 1 2 1 2
M — ‘ oY1 gyz ‘ — _ [_ _ﬁ)] l exp(—ﬁ)] (2‘12)

8(x1,x2) g_zfa_z;

Ceci présente 'avantage d’étre mis sous la forme d’une fonction ( de 2 variables ) a
variables séparables. Les deux fonctions représentent chacune une distribution Gaussienne
a une variable définie par ’équation 2.9 avec les caractéristiques suivantes :

oc=letpu=0
Si yy et yo sont Pordonnée et I'abscisse d’un point aléatoire (v1,v2) a Uintérieur du cercle
unité centré sur l'origine, alors la quantité R = v? +v2 est une variable aléatoire uniforme
qui peut étre utilisée pour y; alors que l'angle formé par (v, vy) par rapport a v; peut
servir d’angle aléatoire 27y,. On a alors :

COS 2TYy = %,

— U2

sin 27y = i (2.13)
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Cela permet d’éviter 'appel aux fonctions Cosinus et Sinus qui nécessitent un temps
de calcul plus élevé. Les deux caractéristiques p; et p, sont ainsi générées par une méme
fonction g(v) a laquelle on applique des moyennes et des écarts types différents :

P1 = {1 + 01 * Ty,

(2.14)
D2 = o + 09 * Ta.

2.4.3 Protocole expérimental

Nous présentons les résultats que nous avons obtenus a travers deux expérimentations.
Dans la premiére, ’expérience consiste a déplacer les centres de classes dans des directions
et sens donnés (voir la section suivante). Dans la seconde, deux classes (sur 3) subissent
un étalement au cours du temps (les densités de ces classes varient). Dans chaque nou-
velle position, les classes sont générées de la méme maniére que pour la position initiale
d’apprentissage, en tenant compte des nouveaux centres et écart-types.

Soient 7,, le taux de reconnaissance global et 7;, le taux de reconnaissance (partiel)
de la classe j. Pour ces expérimentations, la procédure a respecter est la suivante ;

Procédure Evolution

Entrée : Centres et écart-types de départ,
Centres et écart-types d’arrivée,
n; : nombre d’intervalles.

Sortie : 1, pour les n; positions,
7;,J € [1,1] pour les n; positions.

1:1=0.
: répéter

Générer une population a classer (pas i).

Calculer la matrice de confusion.

2

3

4:  Classer.
5

6 Calculer les mesures de performances.
7

1+ 1+1

8 : jusqu’a (i > n;)
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2.4.4 Deégradations dues aux déplacements des centres de classes

Pour les deux expérimentations, lorsqu’il n’y a pas de variations des densités de classes,
I’écart-type vaut o = 10. Soient 3 nuages de points correspondants a 3 classes représentées
par 2 caractéristiques X et Y. Les données sont obtenues par un générateur aléatoire de
distribution normale. A T'origine, lors de 'apprentissage, les barycentres des trois classes
{C1, Oy, C5} sont respectivement situées a (30;30), (130; 30), (230, 30), avec :

e l’ensemble d’apprentissage : 1000 individus par classe,

e l'ensemble de classement (test) : 1000 individus par classe.

Ensuite, ces classes évoluent pour occuper respectivement des positions finales :
{C1, Cs, C3} = {(80;630), (80; 630), (230, 630)}

L’expérience consiste a faire varier la position relative des barycentres des classes avec
50 pas (position initiale, position finale et 48 positions intermédiaires uniformément ré-
parties). Dans la figure 2.3, ce sont les classes 1 et 2 qui finissent par se confondre. On
constate, dans la figure 2.4, que le taux de reconnaissance global devient faible & partir de
la moitié de la trajectoire des classes (indice Temps = 25) et qu’il devient complétement
aléatoire (1, = 1/l) a partir de l'indice Temps = 35.

2.4.5 Dégradations dues aux variations des densités de classes

Soient trois nuages de points correspondant a 3 classes représentées par 2 attributs X
et Y. Les données sont obtenues par un générateur aléatoire de distribution normale. Les
classes sont constituées de;

e () : définie par N ((30;30)(c;0))
e (), : définie par N ((130;30)(c;0))
e (; : définie par N((230;30)(10;10))

L’expérience consiste a faire varier o, ’écart-type sur X et Y des classes C et Cs :
10 < 0 < 110 avec 50 pas. La figure 2.5 représente une juxtaposition des 3 classes,
entre les distributions a l'origine (indice T'emps = 0) et les distributions finales (indice
Temps = 50).Nous utilisons la population suivante ;

e ensemble d’apprentissage : 1000 individus par classe,

e ensemble de classement : 1000 individus par classe.

Les tracés de la figure 2.6 représentent 1’évolution de la dégradation des taux de re-
connaissance due a la modification structurelle des classes C et C'; dans ’espace de re-
présentation. Elle montre que les taux de reconnaissance chutent trés rapidement. Cette
chute est justifée par le fait que les fonctions discriminantes (induites par I’élaboration des
matrices de variance-covariances Y; sur ’ensemble d’apprentissage) ne sont plus adaptées
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F1G. 2.3 — Distributions a l'origine (Y = 30), trajectoires et distributions finales des 3
classes. La durée entre deux pas successifs est A; = 12.
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Fi1G. 2.4 — Evolution des taux reconnaissance pour les 3 classes d’individus. Les taux
autre classe.

concernant les classes 2 et 3 finissent par s’annuler car elles sont confondues avec une
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2.5. Reconnaissance de classes dynamiques

aux nouveaux ensembles de classement. Dans beaucoup d’applications pratiques, ces taux
seraient inacceptables dés I'indice T'emps = 15 (le taux de reconnaissance global est alors
d’environ 85 %).

2.5 Reconnaissance de classes dynamiques

Pour les objets naturels, la RAF pose des problémes souvent plus complexes que pour
les objets manufacturés. En effet, bien souvent, les caractéristiques de ces objets évoluent
(i.e., les classes sont dynamiques), ce qui rend difficile la recherche de paramétres inva-
riants par rapport a leur évolution. Les parameétres choisis pour discriminer ces objets
subissent une évolution naturelle : évolution saisonniére et vieillissement, le plus souvent.
Ce caractére dynamique rend les classifieurs statiques inefficaces. Par ailleurs, il nécessite
une modélisation dynamique des classes, & moins d’avoir un systéme de reconnaissance
dynamique qui s’adapte a I’évolution des classes.

Ainsi, on peut distinguer deux types d’évolutions : les évolutions périodiques (ex : va-
riations saisonniéres) et apériodiques (ex : vieillissement). Pour le deuxiéme type, on peut
citer comme application, celle de la reconnaissance de visages humains ou bien celle de
I’évolution de la fraicheur des produits de la mer, prenant en compte 1’évolution possible
lie au vieillissement (travaux de Loonis et Sochacki [74]). Dans de tels cas, ’évolution
des caractéristiques est rendue difficilement prédictible a cause de la modélisation com-
plexe des classes dynamiques. Les classifieurs incrémentaux fonctionnent selon le principe
d’une mise a jour de leur modéles de représentation des connaissances (exemples : centres
de classes, poids dans les réseaux connexionnistes) en fonction de l'affectation de nou-
veaux individus classés (voir notamment les travaux de Puzenat [86]). Pour cette raison,
ils semblent étre les mieux adaptés. Mais cette approche est une maniére de rendre le
systéme de reconnaissance dynamique, a défaut de modéliser des classes dynamiques. De
plus, cette approche ne convient que pour des classifieurs dont les frontiéres de décisions
sont hautement non-linéaires : il faut pouvoir modifier une frontiére dans une zone don-
née, en influant le moins possible le reste de la frontiére. Les méthodes de RAF fondées
sur des réseaux connexionistes semblent étre les mieux adaptées a ce type d’approche.
La méthode que nous proposons au chapitre 4 est indépendante de cette contrainte de
non-linéarité.

Nous nous intéressons plus particuliérement au premier type d’évolutions, les évolu-
tions périodiques. C’est le cas, par exemple, du tri automatique de poissons subissant des
évolutions saisonniéres. En fonction de la pertinence des paramétres choisis pour ce type
d’évolutions, il est possible de distinguer deux catégories. En effet, lorsque ces paramétres
sont mal choisis, les trajectoires de ces classes peuvent s’intersecter (croisement entre les
trajectoires d’au moins deux classes, en particulier lorsque la dimension de ’espace de
représentation est faible). La premiére catégorie d’évolutions correspond aux cas ou il n'y
a pas d’intersections entre les trajectoires des classes, tandis que la deuxiéme catégorie
correspond au cas ou il y a au moins une intersection. Deux approches sont possibles;
I'une consiste a rendre statique un probléme dynamique (Passage du cas OSCD vers
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F1G. 2.5 — Distributions a 'origine (zones plus sombres) et distributions finales des 3
classes.
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OSCS) et l'autre consiste a rendre dynamique le systéme de reconnaissance lui-méme.
Nous discuterons du choix d’une approche dans la section suivante.

2.5.1 Approche 1 : Rendre statique un probléme dynamique

C’est le cas o 'on cherche a représenter une classe dynamique, ou son évolution, par
une classe statique. Certaines classes peuvent alors devenir multimodales. Cette approche
est pertinente pour les données de la figure 2.8, qui représentent les individus de deux
classes, intégrés dans le temps (une période). En effet, dans ce cas, la deuxiéme classe peut
représenter une classe qui évolue périodiquement et dont nous avons des observations sur
au moins une période compléte. Le chapitre 3 présente une nouvelle méthode, adaptée
a ce type de probléme : 'algorithme 3C. Son application n’est pas toujours possible, par
exemple dans les cas ot surviennent des croisements de trajectoires ou encore dans les cas
ol le nombre de modes d’une classe est trop important. Cependant, un grand nombre de
problémes complexes peuvent étre résolus par cet algorithme : dans le cas des classes qui
se chevauchent partiellement (intersections des distributions de classes) ou encore dans le
cas ol les frontiéres entre classes sont hautement non-linéaires.

Les étapes de construction de classifieurs présentées dans le chapitre précédent doivent
étre modifiées. En effet, il devient nécessaire d’intégrer les caractéristiques dans le temps
(sur une ou plusieurs périodes) afin de constituer les formes complétes de classes. Cest-
a-dire que de maniére implicite ou explicite, il y a insertion d’'un opérateur d’intégration
entre les fonctions Sélection de caractéristiques et Choix et Construction du systéeme de
classifieurs. Ceci est représenté dans la figure 2.7.

s

A A A A

Choix Evaluation des
Sélection de Intégration sur Zt - performances
,,,,,,,,, - Ari - onstruction - ;
> caractéristiques une perlode o svstime de du sy.s.teme de
(au moins) Y classifieurs

classifieurs

F1G. 2.7 — Les différentes étapes d’un systéme de classement, dans le cas ou les classes
évoluent périodiquement.

2.5.2 Approche 2 : Rendre dynamique le systéme de reconnais-
sance

C’est le cas ou 'approche précédente conduit & obtenir des classes statiques dont les
trajectoires se croisent ou dont le nombre de modes est trop important. Cette approche est
pertinente pour les données de la figure 2.9. Ces données ont été générées en discrétisant
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les trajectoires des deux classes en 48 positions et en générant pour chaque position 20
individus par classe, selon une distribution Gaussienne (avec un écart-type o = 2). Dans
ce cas, si on tient compte des observations des deux classes sur une période pour constituer
I’ensemble d’apprentissage, les deux classes ne peuvent étre clairement séparées, méme si
on utilise un algorithme du type 3C. Le chapitre 4 présente une nouvelle méthode de
RdF, adaptée a ce type de probléme : RCD-RPF. Cette approche permet au systéme de
reconnaissance d’avoir un comportement dynamique qui s’adapte a 1’évolution des classes.
De plus, en adoptant une architecture a reconfiguration dynamique telle que celle proposée
par Demigny et al. [21], il est possible d’optimiser I'implémentation matérielle de ce type
de méthode.
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Fi1G. 2.8 — Exemple de probléme a deux classes : pas de croisement de trajectoires, la
seconde classe est bimodale.

2.6 Choix d’une approche pour les évolutions pério-
diques

Dans cette section, nous nous intéressons plus particuliérement aux évolutions de
classes dynamiques périodiques'*. Ceci nous améne a effectuer un choix entre les deux
approches précédentes, selon des critéres que nous devons justifier.

2.6.1 Critéres de choix

Pour effectuer un choix entre les deux approches, deux critéres sont a prendre en consi-
dération :

14En ce sens, les objets ont des caractéristiques cyclo-stationnaires.
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F1G. 2.9 — Exemple de probléme a deux classes : il y a croisement entre les trajectoires
des deux classes.

— Existe-t-il des croisements entre les trajectoires des différentes classes !> ? Deux types
de croisements peuvent exister. Si le croisement est spatio-temporel (proximité de
deux centres de classes dans l'espace de représentation, & un méme instant), il n’y
pas de solution évidente et il devient inutile de vérifier le second critére. Dans le
cas d’un croisement uniquement spatial (proximité de deux centres de classes, pris
a des instants différents de leur évolution), 'approche 2 permet de résoudre le pro-
bléeme. Dans les deux cas, I’approche 1 ne peut étre envisagée, car l'intégration dans
le temps génére des croisements dans ’espace de représentation. S’il n’existe aucun
croisement, cette derniére approche peut s’appliquer.

— Les classes sont-elles multi-modales 7 Ou bien, au contraire, y a t-il une continuité
dans les fréquences d’apparitions des individus le long des trajectoires? Dans le
premier cas, le nombre optimal de catégories n,, (ou classes denses) que 1'on peut
trouver dans I'ensemble d’apprentissage risque d’étre proche du nombre de classes
réelles [, car dans beaucoup d’applications pratiques, une classe comporte au plus
quelques modes. L’approche 1 peut alors étre envisagée. A I'inverse, dans le deuxiéme
cas, le rapport de n,, a [ risque d’étre élevé (quasi-continuité de fréquences d’indi-
vidus le long des trajectoires). Dans ce cas, 'approche 2 est mieux adaptée, du fait
qu’elle permet d’anticiper sur les individus intermédiaires entre deux modes.

Selon le premier critére, lorsque les trajectoires sont inconnues, le choix d’une approche
nécessite l'utilisation d'un algorithme de détermination des croisements éventuels entre

15En cas de croisements, les classes sont partiellement, voire totalement confondues.
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les trajectoires des classes. A notre connaissance, il n’existe pas encore de méthodes pour
ce type de probléme. Une solution consisterait a vérifier que l'intersection entre les inter-
valles de variations des différentes classes (selon une méme caractéristique) est bien vide
et que ceci est vrai pour toutes les caractéristiques. Ceci est une condition suffisante pour
qu’il n’y ait aucun type de croisement. Cependant, dans le cas ou ces conditions ne sont
pas vérifiées, il n’y a pas nécessairement de croisements.

Selon le second critére, le choix d’une approche nécessite 'utilisation d’un algorithme
de détermination du nombre optimal de catégories (ou clusters) dans I’ensemble d’appren-
tissage de I'application considérée. La méthode possibiliste de Krishnapuram et Keller [67],
ainsi que l'algorithme VGC (catégorisation guidée par la validité) de Bensaid et al. [§]
sont particuliéerement adaptées a la détermination du nombre optimal de catégories dans
un ensemble d’apprentissage.

2.6.2 Algorithme

Soit ng, le nombre de croisements spatio-temporels et ng, le nombre de croisements
spatiaux. Si ng # 0, il n’y a pas de solution proposé a ce jour. Dans le cas contraire,
nous proposons d’effectuer le choix entre les approches 1 et 2 en fonction de ng, ny de *=.
Ainsi, I'algorithme permettant d’effectuer le choix entre les deux approches est le suivant :

Procédure ChoixzApproche

Entrée : n,,, | : entiers; ng, ng : booléens
Sortie : approche : entier

: 8t (ng #0) alors

2 : approche < 0

~

3 : stnon

4 st (ns # 0) alors
5 approche < 2

6 stnon

7 st ("= >>1) alors
8 approche <« 2
9: sinon

10 : approche < 1
11 : fin st

12:  fin st

13 : fin st
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2.7 Conclusion

Dans tout probléme de reconnaissance, il faut d’abord identifier ce qui est dynamique
et ce qui est statique. On peut ensuite chercher a simplifier le probléme en rendant sta-
tique soit les caractéristiques (cas des objets dynamiques), soit les classes (cas des classes
dynamiques). Cette "simplification" consiste en fait a effectuer un passage d’un espace de
représentation de dimension n vers un espace de dimension n — 1 (la dimension perdue
étant le temps). Les classes peuvent alors prendre des formes complexes nécessitant une
approche adaptée. Les Systemes de Classifieurs, alliant les points de vue de plusieurs clas-
sifieurs spécialisés dans ’espace de représentation, sont bien adaptés a la reconnaissance
pour ce type de classes. Si cette approche échoue, alors les classes (qui sont alors dy-
namiques) peuvent étre reconnues en utilisant un systéme de reconnaissance dynamique
qui spécialise chaque classifieur (ou Systéme de Classifieurs) sur un interval temporel as-
socié. Dans le cas des évolutions périodiques des classes, chaque interval est déterminé
lors de la phase d’apprentissage. Cette phase s’effectue sur au moins une période compléte.

Le choix entre ces deux approches peut étre conduit selon différents critéres. Nous
proposons d’adopter les suivants :

— existence ou non d’intersections spatiales (dans 'espace de représentation) ou spatio-
temporelles entre les trajectoires des classes impliquées,

— la "granularité" de la trajectoire des classes : on définit des modes le long de la trajec-
toire décrivant 1’évolution d’une classe. Le nombre optimal de modes (sur I’ensemble
des trajectoires d’évolution), calculé a I'aide d’algorithmes de catégorisation, est-il
proche du nombre de classes réelles, ou bien, lui est-il trés supérieur ?

Le premier critére se fonde sur une contrainte générale, vraie pour tout probléme de
RdF. Le second est plus spécifique et permet de choisir entre les deux approches. Le choix
de la premiére approche peut conduire a l'obtention de classes multi-modales. L’algo-
rithme 3C que nous proposons dans le chapitre suivant est alors particuliérement adapté
(approche mixte : supervisé et non-supervisé¢). Dans le cadre de la seconde approche,
nous proposons l’algorithme présenté dans le chapitre 4. L’intérét principal de ces deux
approches vient du fait qu’il n’est pas utile d’extraire le mécanisme qui engendre 1’évo-
lution des trajectoires et donc de modéliser la structure probabiliste sous-jacente. Elles
nécessitent cependant que les conditions d’observations soient identiques pendant toute
la durée de 1’étude.
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Chapitre 3

Coopération de classifieurs

Nous présentons, dans ce chapitre, une approche mettant en coopération une méthode
de RAF non-supervisée et une méthode de RAF supervisée. Lors de la phase d’apprentissage
du Systéme de Classifieurs, la méthode non-supervisée coopére avec plusieurs modules de
classement en déterminant leurs ensembles d’apprentissage. Elle permet également d’ef-
fectuer une sélection (adaptative) des classifieurs les mieuz adaptés lors de la phase de
classement. Ensuite, les performances et l'influence des parameétres de [’algorithme, ap-
pliqué a un ensemble de données synthétiques, sont présentées.
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3.1. Introduction

3.1 Introduction

Nous avons vu, dans le chapitre précédent, que lorsque les classes évoluent périodi-
quement, les individus peuvent constituer des classes de forme complexe. En particulier,
si I’'on veut que ’ensemble d’apprentissage soit bien représentatif des individus a classer,
il est nécessaire d’acquérir les individus sur au moins une période compléte. On rencontre
cette problématique dans le cas du tri automatique de poissons par espéce.

Dans ce chapitre'®, nous proposons une solution originale permettant de combiner
les résultats de plusieurs classifieurs. L’objectif est de pouvoir choisir un ou plusieurs
classifieurs adaptés a la région de l'espace de représentation dans laquelle se trouve un
individu a classer. L’architecture générale du Systeme de classifieurs que nous proposons
est fondée sur une méthode RAF non-supervisée permettant de "guider" I'apprentissage
d’un ensemble de méthodes de RAF supervisées et de sélectionner les classifieurs les mieux
adaptés a un individu a classer. L’objectif étant, bien évidemment, d’atteindre des taux
de reconnaissance plus élevés que ceux obtenus grace a un seul classifieur.

Une phase préliminaire de coalescence permet de diviser I'espace de représentation
en ¢ régions de densités élevées. Chaque classifieur apprend sur une de ces régions et sur
toutes les régions ambigués a proximité de celle-ci. En effectuant une itération supplémen-
taire de I’algorithme de coalescence appliqué & un individu a classer, nous déterminons
la région dans laquelle il se trouve. Ainsi, nous sommes capables de sélectionner tous les
classifieurs ayant appris sur la région (ambigué ou non) a laquelle est affecté I'individu
par la méthode de RdAF non-supervisée. De cette maniére, plusieurs classifieurs peuvent
étre retenus (sélection adaptative) et leurs sorties peuvent étre combinées pour une prise
de décision finale.

Nous utilisons la spécificité des approches supervisées et non-superviséss pour spéciali-
ser les classifieurs sur un ensemble d’apprentissage. Lorsque le probléme de reconnaissance
est complexe (exemple : classes multi-modales ou classes qui se chevauchent), deux ap-
proches sont possibles. La premiére consiste a chercher des modéles plus représentatifs de
ces classes complexes. Par exemple, dans les travaux de McLachlan et Basford [76]| chaque
distribution de probabilités est approximée par des modéles de mélange. La deuxiéme
approche réalise une partition de ’espace de représentation, chaque sous-espace obtenu
pouvant étre modélisé plus simplement. Dans ce but, Ben-Hur et al. [7] ont récemment
proposé¢ une méthode qui modélise les classes par un ensemble de vecteurs de support
(i.e. un ensemble d’individus qui se trouvent sur les frontiéres de décisions). Pour tenir
compte de classes qui se chevauchent ou qui sont mal définies, nous proposons de gérer
les régions de doute / d’ambiguité. Pratiquement, chaque sous-espace obtenu représente
I’ensemble d’apprentissage d’un classifieur. La prise en compte de 'ambiguité permet de
gérer la redondance entre classifieurs voisins (i.e., dont I'intersection entre ensembles d’ap-
prentissage n’est pas vide).

16Ce chapitre a fait I'objet d’une publication dans une revue internationale [46], dans des congrés
internationaux [44] [45] et dans un congrés national [40].

7



Chapitre 3. Coopération de classifieurs

Nous proposons de spécialiser chaque classifieur sur une région donnée de I’espace de
représentation. Plus précisément, notre approche consiste a utiliser une méthode de coa-
lescence floue avec rejet d’ambiguité pour le guidage de I’apprentissage supervisé des clas-
sifieurs. Les individus ambigués, constituent la frontiére floue entre classes et représentent
les vecteurs de support dans le sens précisé par Ben-Hur et al. L’ensemble d’apprentissage
de chaque classifieur est alors défini sur une classe de coalescence et les classes de rejet
d’ambiguité qui lui sont associées. Dans la phase de classement, le probléme est considéré
d’un point de vue multi-décisionnel (i.e., plusieurs modules de classement). L’algorithme
que nous proposons permet de faire une sélection adaptative de classifieurs, car la prise
de décision fait suite a la fusion des sorties des classifieurs les mieux adaptés.

3.2 Une méthode de coopération de classifieurs

Afin de différencier clairement le nombre de classes réelles du nombre de classes de
coalescence (CC, en Anglais : cluster) correspondant a ’ensemble des modes des classes
réelles, nous les identifions respectivement par [ et c¢. Dans notre approche, une classe
de coalescence ambigué et une classe de coalescence de rejet d’ambiguité (CCA) ont la
méme signification. La méthode est définie de la maniére suivante :

— Soit X = (k) e[1,, 'ensemble des n individus ou

1,n

t
T = (xkl, T2y - ;l“kp)

est un individu décrit par p caractéristiques (i.e. z, € RP);

— Soit ® = (¢;);epn,) un ensemble de [ classes réelles. Soient X" C X, un ensemble d’in-
dividus d’apprentissage étiquetés selon une famille connue @, X! C X (avec X! N X = ()
un ensemble d’individus inconnus. La reconnaissance est liée aux classes d’individus
a discriminer dans I’espace de représentation a p dimensions.

— Soit 2%, I'ensemble de puissance de Q (par exemple, pour Q = {w;,wy,ws}, on a
2 = {w1, wy, w3, Wy9, Wi3, W3, w23 }). Par conséquent, pour un probléme de coales-
cence & ¢ CCs, (2¢ — ¢ — 1) CCAs peuvent exister (une CCA existe si elle n’est pas
vide).

Un algorithme de coalescence génére une nouvelle partition de X, composée de CCs
(classes de coalescence) et de CCAs (classe de coalescence de rejet d’ambiguité ). Cette
partition est obtenue en utilisant I’algorithme des Fc+2M (Ménard [78| [77]). Ce dernier
est un algorithme des c-moyennes floues généralisées qui exerce le rejet d’ambiguité lors de
la phase de coalescence (cf. section suivante). La figure 3.1 met en évidence les CCs et les
CCAs par des cercles ou des ellipses en fonction du maximum des degrés d’appartenance
des individus. Dans cet exemple les CCAs non vides sont wqs et wis.
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Un classifieur e;, noté également e;(xy) est alors associé a chaque classe de coalescence
wi, avec 1 € [1, ¢] (cf. figure 3.1). Puis 'ensemble d’apprentissage S, (mode supervisé) de
chaque classifieur e; est défini sur sa CC et ses CCAs associées (cf. figure 3.1 et 3.2). En ce
sens, il y a une coopération entre une méthode de classification et une méthode de classe-
ment!”. Chaque classifieur apprend séparément. Lorsqu’un individu & classer est ambigué
(la méthode de coalescence est alors utilisée en classement), 1'algorithme de coalescence
permet de sélectionner les classifieurs les mieux adaptés (ceux dont intersection entre
I'ensemble d’apprentissage et la CCA a laquelle est affecté 'individu n’est pas vide). La
prise de décision, pour cet individu, est le résultat de la fusion des sorties des classifieurs
sélectionnés. La figure 3.3 résume ce qui vient d’étre dit.

X : classe 1
/\ i classe @

{ g}

FIG. 3.1 — Partition des ensembles d’individus d’apprentissage, X" C X, lorsque le rejet
d’ambiguité est exercé. {w1}, {w2}, {ws} : CCs; wiy = {wi,ws}, wez = {wa, w3} : CCAs.

3.3 Détermination des ensembles d’apprentissage

3.3.1 Coalescence floue

Le probléme de la coalescence floue concerne un ensemble de méthodes qui divisent
une famille d’individus en classes de coalescence ou CCs, disjointes deux a deux, toutes
non vides, et qui reproduisent ’ensemble des données originelles par union. Les individus
appartenant & une méme CC partagent des propriétés communes qui les distinguent des
individus appartenant & d’autres CCs. Dans le domaine de la RdF, les techniques de coa-
lescence floue tentent de trouver une famille U = (Mi)ie[1,c] de fonctions appelées fonctions

17Selon Postaire [84], une méthode de classification se différencie d’'une méthode de classement par le
fait que ’on ne dispose pas de prototypes de chacune des classes en présence.
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classe 1

© classe

FIG. 3.2 — Un classifieur est associé a chaque CC. L’ensemble d’apprentissage, S,, du
classifieur e;, est défini sur w; et ses CCAs associées (par exemple, la CCA wy, est associée
a wy et & wsy.
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3.3. Détermination des ensembles d’apprentissage

d’appartenance telles que :

i X — [0,1]

vérifiant Vo, € X, 3¢ | i (z1) = 1. Les algorithmes de coalescence floue générent une par-
tition floue de ¢ CCs fournissant une mesure de degré d’appartenance de chaque individu
a une CC donnée. Le probléme classique des c-moyennes floues (FcM ou fuzzy c-means,
en Anglais) consiste a trouver une partition floue de la famille X qui minimise la fonction
objective :

JOV) = DN pg™di” (3.1)

i=1 k=1

ou m > 1 est un exposant de "fuzzification", appelé Facteur de Flou, p;x = pi(xg) et
dir = ||z — vi||; est une mesure de distance de z;, au ™ prototype de CC, v; € V
[v1, V2, ...,0:], V est une matrice de CCs et G est une norme.

3.3.2 Coalescence avec rejet d’ambiguité

Pour réduire un taux d’erreur (mauvais classement) excessif di au bruit (affectant les
Formes) et aux autres facteurs d’incertitudes inhérents aux mesures réelles, la coalescence
avec rejet d’ambiguité apporte une solution intéressante. Dans la littérature, les régles
permettant de rejeter un individu situé sur la frontiére de deux CCs sont fondées sur
des valeurs de seuils dans la phase de décision et non dans la phase de coalescence ou
d’apprentissage. Pour spécifier cette prise de décision, il est courant de caractériser un
individu zj avec un concept d’ambiguité.

Le rejet d’ambiguité a été introduit dans la phase de décision par Chow [18] [19]. Le
but est de mesurer la proximité de z; aux frontiéres de décision. Dans le cas de la regle
de Bayes, le probléme est de définir une nouvelle classe de coalescence wy, appelée classe
de rejet, associée a un cott de rejet constant Cr = C(0/4) Vj € [1,¢] :

{ e(zy) =4, st Plwi/ax) = maxjen o (Plw;/ze)) > 1 - Cr (3.2)

e(xg) = wp sinon

ot (P(w;/xk)) e, sont les probabilités a posteriori. Le terme C,., qui controle le taux de
rejet, doit étre choisi entre 0 et C;Cl

Cette régle partage I’espace de représentation en (¢ + 1) classes de coalescence. Dans
[27], Dubuisson affirme que ce rejet est un rejet d’ambiguité puisque la région corres-
pondante dans l'espace de représentation est toujours située entre les CCs. Le principal
inconvénient de ces définitions et de leur utilisation est que ce rejet consiste a fixer un
seuil a priori, sans tenir compte de la "forme" des classes d’apprentissage. Une extension
de ce rejet simple est le rejet sélectif introduit par Ha [47].
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G0
o3

(@) (b)

Fic. 3.4 — La figure (a) illustre la partition de l'espace de représentation en trois
CCs. La figure (b) illustre la partition de ’espace de représentation lorsque le concept
d’ambiguité est appliqué. Nous associons une CCA a chacun des sous-ensembles A €

29\ {0, ({wi})ien 31}

Soit € = (w;)ic1,, un ensemble de CCs. Afin de tenir compte de I"ambiguité entre
CCs, des fonctions d’appartenance sont affectées a tous les éléments de 2%, au lieu des
éléments de €2 seulement. Puisqu’il y a 2¢ sous-ensembles dans un probléme a ¢ classes
de coalescence, nous cherchons a réaliser une partition de ’espace des représentations en
(2¢=1) CCs et CCAs (excluant '’ensemble vide). Il y a donc ¢ CCs, ({wi})iep,q et autant
de CCAs qu’il y a de de combinaisons entre ces CCs, i.e., le nombre de sous-ensembles
A€ 29\ {0, {wi})ien,q}- Dans la figure 3.4, il y a (2° — 1) CCs et CCAs correspondants
aux sous-ensembles :

{wl}a {w2}7 {w3}7
Wiz = {w17w2}7

w13 = {w1,w3};

Wog = {wg,wg} et
Wi23 = {w17w27w3}-

Définition 4 Soit Q = {wy,...,w.} Uensemble des classes de coalescence w;. Nous asso-
cions une CCA a chacun des sous-ensembles de classes A € 2%\ {0, ({w;})iep1,q}- Nous
considérons qu’il existe un ensemble de > ,~.(5) CCAs disjointes dans un probleme a c¢
classes de coalescence.

Dans la prochaine section, nous construisons une fonction objective appropriée dans
le but de prendre en compte explicitement le rejet d’ambiguité dans la coalescence floue.

3.3.3 Le concept d’ambiguité : frontiéres dans les problémes de
coalescence

Nous faisons la distinction entre deux types de frontiéres : le premier est net et est
défini dans le cadre de la théorie des ensembles approximatifs, le second est obtenu en gé-
néralisant ce concept dans le cadre de la théorie des sous-ensembles flous. Le premier utilise
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les relations d’indiscernabilité, le second, les fonctions a valeurs réelles. Nous étendons le
concept de frontiére au concept de frontiére floue de CC d’une partition floue en utilisant
la théorie des ensembles approximatifs de Pawlak [83] pour préciser le concept d’ambi-
guité et définir la fonction objective. Cette théorie modélise 'ambiguité des connaissances,
attribuée a la granularité des connaissances, i.e., a I'indiscernabilité et aux approximations.

Un systéme d’information est une paire A = (U, A), ou U est un ensemble fini, non vide
appelé I'univers et A, un ensemble fini, non vide, d’attributs, i.e. a : U — V, Va € A,
ou V, est l’ensemble des valeurs de a. Par V' nous notons l’ensemble U{V, :a € A}.
A chaque sous-ensemble d’attributs B C A, une relation appelée B-indiscernable notée
IND 4B est associée et est définie par :

IND4B = {(u,v') € U* :a(u) = a(u') Ya € B} (3.3)

Les objets u et ' satisfaisant la relation TN D(B) sont indiscernables selon B car ils ont
les mémes valeurs relativement aux attributs de B. On appelle ensemble élémentaire (par
rapport a B) un ensemble [u]p d’objets qui sont tous indiscernables par rapport a B.

Si A = (U, A) est un systéme d’information, B C A est un ensemble d’attributs et
X C U est un ensemble d’objets, alors les ensembles :

BX ={ueU:[ulp CX} (3.4)

et
BX ={uecU:[upnX #0} (3.5)

sont appelés respectivement la plus basse et la plus haute approximations de X dans A,
et sont notées BX et BX, respectivement. L’ensemble BNp(X) = BX — BX est appelé
frontiére de X. L’ensemble BX est I’ensemble de tous les éléments de U qui peuvent étre
classés de fagon certaine comme éléments de X, avec la connaissance représentée par les
attributs de B, tandis que I’approximation haute de X, BX, est 'ensemble de tous les
éléments pouvant appartenir & X. L’ensemble BNp(X) est constitué des éléments que
I’on ne peut classer ni dans X, ni dans —X, avec la connaissance de B.

Les informations sur les individus sont souvent disponibles sous forme de tables. Sup-
posons que 'on ait les individus zy, avec k € [1,..7], comme indiqués dans la Table 3.1.
Soit 2 = {wy,ws, ws}. Chaque individu zy, sera d’abord supposé posséder I’étiquette d’une
classe de coalescence I C {1,2,3} indiquant avec certitude son appartenance a un sous-
ensemble de 2. Ainsi, il y a 4 classes correspondants aux CCAS wia, w13, w3, wisg €t 3
CCs {w1}, {wa} et {ws}. Lattribut décision se trouve dans la troisiéme colonne. Pour
Ty, € wr, attribut B est "oui" si 1 € I et "non" sinon.

Dans la Table 3.1 les individus x1, x4, x5 et x7 sont indiscernables selon 1’attribut B.
L’attribut B génére deux ensembles élémentaires {x1, 24, x5, x7} et {xa, x3, 26}. 1 posséde
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rr | B | décision : w
1 | oui {w}

2 | non {wa}

3 | non {ws}

4 | oul W12

) oui W13

6 | non Wa3

7 oul w123

TaB. 3.1 — Exemple de Systéme d’Information pour le concept "appartenant a w;".

les informations qui nous permettent de le classer, avec certitude comme appartenant a
la CC w;. Ainsi, la plus basse approximation de I’ensemble des individus appartenant a la
classe de coalescence w; est ’ensemble {1} = {z; € {w;}} et la plus haute approximation
de cet ensemble est ’ensemble :

{x1, 24, 05,27} = {2, €w; ontw; €27\ P avec 1 € I} (3.6)
La frontiére du concept "appartenant a w;" est 'ensemble :
{24, 25,27} = {21, € wy ot wy; € 2%\ {0, {w,}} avec 1 € I} (3.7)
Cet exemple illustre de maniére simple la frontiére d’une classe.
Définition 5 Soit 2 = (w;)ie[1,, un ensemble de CCs. Soit X = (xy) ¢
des individus ot x, = (Tg1, Tk, - - - ,.Z‘kp)t est un individu décrit par p caractéristiques (i.e.

x, € RP ). Nous définissons la frontiére de la classe de coalescence w; avec i € [1,c] comme :
F, ={xy € Aou A2\ {0, {w}} avec w; € A}

L] [’ensemble

Dans une partition floue, chaque individu x; peut appartenir avec un certain degré
aux frontiéres de chaque CC. Aussi, en nous appuyant sur la définition précédente, nous
proposons une mesure de la taille de la frontiére floue de la classe de coalescence w; :

n

S5 )% S

k=1 (AE?Q\{VL{W}} ) wicA k=1 \ A€22\{0,({w; Djef1,e1} , wi€A

ou dyy est la distance de l'individu zy a la CCA A : dax = d(xg,v4), m est un facteur de
flou et pay est le degré d’appartenance de I'individu x; a la CCA A. Le choix de d 4 sera
discuté plus loin. Pour des grandes valeurs de da, si par prend des valeurs importantes
alors la taille de la frontiére floue de la ¢ classe doit étre importante. Du fait qu’'une

frontiére est commune a plusieurs CCs, la taille totale des frontiéres floues, dans une
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partition floue, est définie par :

n

JnUV) =3 > par™da” | - (3.9)
k=1 \ Ac2\{({w; })jen,c,0}

Aussi, nous définissons le critére de coalescence comme :

n c n

T = I (U V) + I (U, V) = 3% i ™o — il + > pak™d g
=il £=1 \ A2\ (o) Dsepn )
(3.10)

3.3.4 Distance & une CCA

Dans le probléme de la coalescence floue, les régions ambigués, situées entre les CCs,
peuvent étre considérées comme des discontinuités des fonctions d’appartenance définies
sur les CCs. Pour détecter ces discontinuités, la distance d’un individu z, a la CCA
A€ 29\ {0, ({w;})jen,q} est définie par :

_ (X pendin)?
|A|2(Hwi€Q dik)e

da (3.11)

ol, le terme « est un nombre positif ajusté de maniére a détecter les discontinuités. Pour
augmenter le rejet d’ambiguité il faut diminuer . d;; est la distance classique utilisée
dans 'algorithme des FcM (Bezdek [9]).

3.3.5 Distance a la classe de rejet de distance

La distance entre un individu et une classe de coalescence de rejet de distance est
expliquée par Demko et al. [22] et vaut;

do — —L0)° (3.12)

( E:l dlk)%

ot T'(p) est une valeur seuil permettant d’obtenir un taux global de rejet p. Pour simplifier,
nous le notons 1'. Pour augmenter le rejet de distance il faut diminuer 7" et réciproquement.
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3.3.6 L’algorithme c+2 moyennes floues

Cet algorithme (Ménard [78] [77]) est déduit des solutions de la minimisation de J} (&
laquelle est ajoutée un troisiéme terme pour prendre en compte le rejet de distance). Dans
ce travail, le rejet de distance est inhibé (sauf pour I’étude des frontiéres de décisions).

Soit ©, la classe de coalescence de rejet de distance. D’abord, une initialisation des
degrés d’appartenance est effectuée. Ensuite, de maniére itérative, les centres de classes
sont calculés avec (3.13) et les degrés d’appartenance sont calculés avec (3.14). On arréte
d’itérer lorsque la différence entre les centres obtenus dans deux itérations consécutives
devient inférieure a une valeur seuil choisie.

Vk € [1,n],VA € 22\ {0, 0},

n
. D k=1 MAR™ T,

VA ST (3.13)
Vk e [1,n],VA€22U0\0,
1
= —— (3.14)
ZB€2QU®\@ (%’;) "
ou VA = {w;},i € [1,¢], dar = ||zr — va||c est la distance classique utilisée dans ’algo-

rithme des c-moyennes floues.

Dans notre approche, le principal avantage de cet algorithme est qu’il permet de cal-
culer des centres qui sont plus proches (si on le compare par exemple aux c-moyennes
floues) des centres physiques. Ceci est dii au fait que dans le calcul des centres, les indi-
vidus ambigus sont moins pris en compte. Nous fournissons un exemple pour illustrer la
partition de 'espace des caractéristiques en 3 CCs et 4 CCAs. Les données des fleurs [RIS
(Fisher [30]), qui ont été souvent utilisées dans 1'évaluation des performances des algo-
rithmes de coalescence, sont composées de 150 individus répartis en trois classes physiques
représentant différentes sous-espéces des IRIS. Une des trois classes est clairement séparée
des deux autres, tandis que les deux derniéres admettent un chevauchement important
entre elles. La figure 3.5 (respectivement 3.6) montre la forme de la fonction d’apparte-
nance maximale des trois CCs (respectivement, des quatre CCAs) dans le plan factoriel
principal, pour les données IRIS. La projection de cette fonction en termes de valeurs
d’iso-appartenances semble produire des classes de coalescence ellipsoidales, ce qui est le
résultat espéré (classes de formes ellipsoidales).

3.4 Une fusion multi-classifieurs paralléle et adaptée

Le systéme global comporte quatre composants principaux :

— un ensemble de ¢ classifieurs (ey)rep,¢ qui déterminent la probabilité qu'un individu
de test particulier appartienne ou non a la classe réelle ¢;, i € [1,1],
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F1G. 3.5 — La fonction d’appartenance maximale dans le plan factoriel principal des don-
nées IRIS, parmi les trois CCs, avec m = 1.2 et a = 0.8. Distance de Mahalanobis.

— un module de sélection & qui choisit, pour un individu donné, le sous-ensemble
de classifieurs (les mieux adaptés a I'individu a classer) a partir de 1’ensemble des
classifieurs,

— un module de fusion F qui combine les sorties des sous-ensembles de classifieurs,

— un module de décision D qui affecte 'individu de test a 'une des [ classes.

3.4.1 La procédure de coalescence : Module de sélection

L’idée principale est que la procédure de coalescence peut gérer la sélection des en-
sembles d’apprentissage pour un mode supervisé. Soit X", un ensemble d’individus d’ap-
prentissage étiquetés selon les classes connues. L’algorithme des Fc+2M génére une nou-
velle partition P de X", composée de CCs et de CCAs. Le nombre de CCs, ¢, est géné-
ralement choisi plus grand que le nombre de classes [. Ce procédé autorise la coopération
entre classifieurs, permettant ainsi la gestion de la décision a points de vue multiples.
Ainsi, la procédure de coalescence permet-elle de gérer la sélection des classifieurs les
mieux adaptés.

Définition 6 Soit 2%, 'ensemble des classes CCs et CCAs. Nous associons un classifieur
e; G chaque classe de coalescence w; (autant de classifieurs que de régions denses en indi-
vidus). L’ensemble d’apprentissage, S,,, pour le classifieur e;, est défini sur S,, = {x) €
A ou A € 2% avec w; € A}. Les classes de décision, pour le classifieur e;, sont définies
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T T 1 1 T 1T

FiG. 3.6 — La fonction d’appartenance maximale dans le plan factoriel principal des don-
nées IRIS, parmi les quatre CCAs, avec m = 1.2 et a = 0.8. Norme de Mahalanobis.

par {¢; € ® : ¢p; > xy, Vo, € S, }.

Définition 7 Soit (ei)ie[lyc}, I’ensemble des classifieurs. L’ensemble Ey, des classifieurs les
mieux adaptés, pour un indiwvidu xy, est défini par :

Ey={e; 1 Sy, Nwa # 0} avec A € 2%\ {0, ({w;})jepn,qt (3.15)

3.4.2 Les classifieurs

Le classifieur Bayesien (voir page 61) est utilisé pour cette étude. L’hypothése princi-
pale est la connaissance des lois de distribution dont les caractéristiques sont déterminées
d’aprés I'ensemble d’apprentissage, X/". Un classifieur est associé¢ a chaque CC. L’en-
semble d’apprentissage S,., pour le classifieur e;, est défini sur w; et ses CCAs associés :
S = {zr € Ao A € 29 avec w; € A}. Les lois de distribution de probabilités a priori,
pour le classifieur e;, sont notées P;(z/d;)ken, - L'approche Bayesienne conduit typique-
ment & évaluer la probabilité a posteriori P;(¢;/xy) pour chaque classe ¢; a l'aide du
théoréme de Bayes.

3.4.3 Module de fusion

Soit X' C X (avec X! N X" = (), I'ensemble des individus inconnus. Lors du classe-
ment, un individu inconnu z;, € X' est affecté & une CC ou a une CCA. Le classement se

88
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fait de la facon suivante :

— si @y, est situé dans la CC w;, les probabilités a posteriori P;(¢;/x)) données par le
classifieur e; (associé a cette CC) sont utilisées pour prendre la décision finale avec
la régle du maximum de probabilité a posteriori;

— si y, est situé dans la CCA, A € 22\ {0, ({w;})jeq,q}, la prise de décision est
effectuée avec le résultat de la fusion de ’ensemble des sorties des classifieurs les
mieux adaptés (i.e., classifieurs ayant appris sur la CCA a laquelle appartient xy,

cf. figure 3.7).

» €1 A
L]
=
0 €2
(0]
L
=
€3 >

F1G. 3.7 — La prise de décision est le résultat de la fusion des sorties des classifieurs les
mieux adaptés.

Plusieurs méthodes de combinaison des entités d’informations issues de plusieurs sources
ont été présentées dans le chapitre 1. Le module de fusion que nous proposons est fondé
sur une combinaison des sorties de classifieurs. Nous pouvons combiner les probabilités a
posterior: par la régle de combinaison de Dempster, puisque nous émettons ’hypothése
que les classes sont équiprobables a priori. Les probabilités a posteriori constituent donc
les masses affectées aux différentes classes. Cependant, dans le cas de classes non équipro-
bables, il est nécessaire d’utiliser d’autres modeéles de fusion, par exemple ceux proposés
par Appriou [4] (cf. page 102, pour un essai avec le premier de ses modéles).

3.4.4 Algorithmes
Construction du systéme de classifieurs (apprentissage)

Soit ¢, le nombre de classifieurs qui correspond aussi au nombre de classes de coales-
cence (CCs), et X" I'ensemble d’apprentissage. Soient e;, i € [1, ], un classifieur et e.q
un classifieur utilisant les résultats de la coalescence pour classer de nouveaux individus.
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Procédure ConstruireSystéeme
Entrée : c : entier, X

Sortie : modéles représentant les classes ou fonctions représentant les fron-
tieres entre les classes (e1,€s,. .., €, €car)-

1 : Effectuer une coalescence avec rejet d’ambiguité (construire e.q par
Fc+2M)

2 : Identifier les CC As existantes

3 : Constituer les sous-ensembles d’apprentissage S, pour tout e;, i € [1, |

4 : Construire un classifieur e; sur chaque S,

Classement d’un individu

90

Soit xy, un individu a classer.

Procédure ClasserIndividu

Entrée : xp,ei,€9,...,€c, Eeat

Sortie : étiquette i € [1,1]

1 : Classer xy par le classifieur €.q

2 : st (xy, appartient a une CC') alors

3 Décider avec e; associé

4 : sinon

5:  Affecter z, a la CCA (CCA,)

6 st (CCA; #0) alors

7 Classer avec tous les e; ayant appris sur CCA;
8
9

Combiner les résultats

Décider
10 :  sinon
11 : Rejeter xy (ou remettre a jour le systéme)
12:  fin st
13 : fin st




3.5. Application

Remarque : Dans le cas ou le systéme de classifieurs classe un individu dans une CC A
inexistante, alors on peut considérer que ce nouvel individu est soit inconnu (rejet), soit
membre d’une nouvelle classe. Dans ce dernier cas, il faudra reconstruire le systéme de
classifieurs ou le modifier (son apprentissage, i.e., ses connaissances) pour le remettre a
jour. Dans cette étude, puisque nous ne permettons pas l'apparition de nouvelles classes
(nous considérons que 'ensemble d’apprentissage est bien représentatif des classes réelles),
nous rejetons cet individu. Pratiquement, lorsque la procédure Fc+2M est utilisée en
classement (calcul des pax) et que le degré d’appartenance a une CC'A inexistante (o
aucun individu n’a été affecté lors de la phase de coalescence) est la plus grande, alors
I'individu est rejeté.

3.5 Application

3.5.1 Données synthétiques

La méthode ci-dessus, que nous nommerons 3C (Coopération Classification-Classement),
est testée sur un ensemble de données synthétiques dans R?. L’ensemble d’apprentissage
X' est composé de 210 individus. Avec un écart-type choisi, 0 = 2, nous générons :

— ¢ : classe composée de 100 individus provenant de la distribution Gaussienne;

my = (10 20)t,21:<0()2 002>

— ¢ : classe multi-modes composée de 110 individus générés de la maniére suivante
(Yoq = Yo = X1);

1. Deux populations Gaussiennes générées par :
t C g
Moy = ( 10 10 ) 50 individus,
t C g
Mop = ( 10 30 ) 50 individus.

2. et 10 individus reliant ces deux modes entre eux (& droite de ¢y).

Cet ensemble est représenté sur la figure 3.8. L’ensemble de test est généré dans les
mémes conditions (cf. figure 3.9). La mesure de distance est faite selon une métrique eu-
clidienne. Notons que, pendant la phase de classification (Fc+2M), le rejet de distance
n’est pas prise en compte (les échantillons sont supposés représentatifs des CCs).

3.5.2 Résultats

Les parameétres choisis pour l'algorithme Fc+2M sont : m = 1.5, T = 5 (suffisant
pour qu’aucun individu ne soit rejeté) et o = 0.1. La partition obtenue par ’algorithme
Fc+2M est représentée dans la Table 3.2 pour ¢ = 2 et dans la Table 3.3 pour ¢ = 3.
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FIG. 3.8 — Ensemble d’apprentissage : X" C X.

Toutes les valeurs de ces tables sont exprimées en pourcentage. Les résultats aprés fusions
sont montrés dans la Table 3.4 (pour ¢ = 2).

Une comparaison avec les résultats de la théorie Bayesienne de la décision appliquée a
I'ensemble des données est effectuée (algorithme MAP). La Table 3.5 montre les résultats
obtenus avec les trois méthodes (Bayesienne, algorithme 3C avec ¢ = 2 et ¢ = 3). La
meilleure performance est obtenue pour la méthode 3C avec ¢=2 (97.1 % de succés, 88.6
% pour le classifieur Bayesien). Le mauvais résultat du classifieur Bayesien vient du fait
que la classe ¢, est bimodale. Les résultats obtenus sont montrés dans la figure 3.10
(c=2). Tous les résultats suivants (y compris ceux présentés dans la section suivante) sont
obtenus avec ¢ = 2.

L~ | wi [ w [ wi]
b1 480 | 15.0 | 37.0
s 50.91 | 49.09 | 0

TAB. 3.2 — Partition nette de X" obtenue par 1'algorithme Fc+2M (pourcentages) pour
c=2: ¢ et ¢y sont les classes réelles; wy et wy sont les CCs; wiy est la CCA.

La figure 3.11 représente les masses affectées a la classe 2 par l'algorithme 3C. Ces

masses sont nulles au-dela d’un certain rayon a partir du centre du nuage de points. Sans
exercer de rejet de distance, tout ce qui sort de la région affectée a la classe 1 est alors
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F1G. 3.10 — Résultats obtenus avec notre méthode de coopération (3C) pour ¢ = 2. Les
individus entourés (6 parmi 210) sont ceux qui sont mal classés.
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‘ /! H ! ‘ w2 ‘ W3 ‘ W12 ‘ W13 ‘ W23 ‘ w123 ‘
¢, || 67.0 0 0 17.0116.0| O 0
¢o || 3.6 | 364|455 | 11.8 | 2.7 0 0

TAB. 3.3 — Partition nette de X" obtenue par 'algorithme Fc+2M pour c = 3 : Il y a
trois CCs et 4 CCAs possibles (2 d’entre elles, wyy et wys, existent réellement).

L~ | ¢ | & |
b1 95.0 | 5.0
b 0.91 | 99.09

TAB. 3.4 — Algorithme 3C; Matrice de confusion pour ¢ = 2.

affecté a la classe 2 (cf. figure 3.12). La figure 3.13 représente les masses affectées a la classe
1. Dans la section suivante, nous présentons des résultats complémentaires et étudions
Iinfluence des paramétres e et 7. Enfin, en annexe A, nous présentons les résultats obtenus
avec les données clouds de la base de données du projet européen ELENA.

3.6 Influences des paramétres

Soit n,, le nombre d’individus classés dans des CCA lors de la phase de coalescence.
Pour tous les résultats obtenus ci-aprés, le facteur de flou vaut m = 1.5. La Table 3.6
montre qu’il n’y a pas de variations dans les performances lorsqu’on change la valeur de
T, sauf dans le cas ou T est faible (rejet de distance important) au point d’influencer les
zones d’ambiguité. Ce cas est présenté dans la section suivante. Par contre, une variation
de « provoque une modification des performances (cf. section 3.6.2).

3.6.1 Influence du taux de rejet de distance

Le taux de rejet de distance peut influencer les classes d’ambiguités lorsque sa valeur
est trop faible (les frontiéres de décisions du rejet de distance passent alors dans les zones
d’ambiguités). Ceci est mis en évidence dans la figure 3.14 pour 7 = 3.5. Ainsi, n, qui a
pour valeur 47 (pour a = 0.1) est réduit a n, = 45 lorsqu’un taux de rejet de distance
important est demandé (cf. la derniére colonne de la Table 3.6). A 'inverse, si le taux de
rejet de distance demandé est faible (7" plus important), alors 7' n’affecte plus n, mais
uniquement le nombre d’individus rejetés (cf. figure 3.15).

| | Bayes | 3C (c=2) | 3C (c=3) |
Succés 88.6 97.1 96.7
Confusion 11.4 2.9 3.3

TAB. 3.5 — Comparaison avec le classifieur Bayesien : le mauvais résultat du classifieur
Bayesien vient du fait que la deuxiéme classe est bimodale
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iso-masses -------

o
©
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F1G. 3.11 — Masses affectées a la classe 2, avec rejet de distance (7' = 5), d’ou la limitation
dans un cercle dont le rayon dépend du taux de rejet de distance choisi.

| a | 0.03 ] 0.04 | 0.05 | 0.06 | 0.07 | 0.1 |
T=35|% [93.81]97.1499.05 [ 98.09 | 97.14 | 97.14
ng || 124 | 110 | 103 | 103 | 98 | 45
T>5 |% [ 93.8197.14[99.05 | 98.09 | 97.14 | 97.14
n, | 124 | 110 | 103 | 103 | 98 | 47

TAB. 3.6 — Influences de T et de « sur le taux de reconnaissance (en %) de ’ensemble de
test et sur n,.
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iso-masses -------

F1G. 3.12 — Masses affectées a la classe 2, sans rejet de distance (T — o0). On voit
apparaitre les frontiéres entre les deux classes (iso-masses).

iso-masses --------

F1G. 3.13 — Masses affectées a la classe 1, avec ou sans rejet de distance.
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iso-masses -

F1G. 3.14 — Influence de T sur les frontiéres de décisions de la classe 2 pour 7' = 3.5 (et
a=0.1).

iso-masses --------
O. .

F1G. 3.15 — Influence de T sur les frontiéres de décisions de la classe 2 pour 7' = 7 (et
a=0.1).
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3.6.2 Influence du taux de rejet d’ambiguité

Choix du taux « optimal
La Table ci-dessus révele également que le meilleur résultat est obtenu pour des valeurs de
ng proches de la moitié du nombre d’individus total du nuage, c’est-a-dire, pour une valeur
de « proche de a = 0.05. Le cas idéal est donc d’avoir un « qui permet de catégoriser
la moitié des individus dans les différents CCA. Expérimentalement, le meilleur résultat
est obtenu pour o = 0.048 pour lequel on obtient n, = 104, un taux de reconnaissance
de 99,52 % (un individu confondu). La figure 3.16 met en évidence les iso-masses concer-
nant la classe 2, tandis que la figure 3.17 met en évidence les masses affectées a la classe 1.

Remarque : C’est pour a = 0.046 que l'algorithme de coalescence classe la moitié de
la population (105 individus sur 210) dans le classe de rejet d’ambiguité. Pourtant, cette
valeur conduit & un taux de reconnaissance de 99.05 %, ce qui inférieur au taux obtenu
pour o = 0.048 (pour lequel n, = 104). Ceci est du au fait que dans ’ensemble de test, les
formes des deux classes sont légérement différentes de celles de I’ensemble d’apprentissage.

3.6.3 Ambiguité élevée

Pour un rejet d’ambiguité important (« plus faible) ’ensemble d’apprentissage des
classifieurs Bayesiens inclut plus d’individus, jusqu’a inclure la totalité de I’ensemble d’ap-
prentissage de départ. La conséquence est que ces classifieurs deviennent identiques au fur
et & mesure que « diminue; on finit par combiner les résultats de deux Bayesiens iden-
tiques, d’ou 'obtention de résultats similaires & un seul classifieur Bayesien. Les figures
3.18 et 3.19 montrent ce phénomeéne, respectivement sur la classe 2 et la classe 1. A I'in-
verse, si « est trop grand (ambiguité faible), certains ensembles d’apprentissage risquent
de ne pas inclure d’individus (ou en nombre suffisant) représentant les deux classes, la
phase d’apprentissage ne peux alors se dérouler correctement.

3.6.4 Frontiéres de décisions

Les deux régions correspondants aux deux classes sont mis en évidence dans la figure
3.20. Pour un « faible, ces régions ressemblent de plus en plus a des régions obtenues avec
un classifieur Bayesien, c’est-a-dire dans notre cas, des ellipsoides (cf. figure 3.21).

3.6.5 Autres types de combinaisons
Fusion Bayesienne

Nous avons effectué une fusion Bayesienne (voir page 42) qui dans le cas optimal ci-
dessus a permis d’avoir un taux de reconnaissance de 99.52 % (comme dans le cas optimal).
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iso-masses --------

F1G. 3.16 — Iso-masses de la classe 2 pour o = 0.048 (T' = 5).

iso-masses -

09 -
0.8 -
07 ——
06 ———
05
0.4
03 -
1 02 -~
0.1
0.8
0.6
0.4
0.2
0
80

-60

F1G. 3.17 — Iso-masses de la classe 1 pour a = 0.048.
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iso-masses -
0.

F1G. 3.18 — Iso-masses de la classe 2 pour a = 0.03 (7" = 5).

iso-masses --------
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F1G. 3.19 — Iso-masses de la classe 1 pour a = 0.03.
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F1G. 3.21 — Les régions obtenues pour a = 0.02 et T' = 5.
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Fusion avec le premier modéle défini par Appriou

Appriou a étudié les modeéles de fusion permettant de respecter les trois propriétés
fondamentales suivantes :

1. cohérence avec I'approche Bayesienne,
2. séparabilité de I'évaluation des hypothéses Cj,
3. cohérence avec 'association probabiliste des sources.

Pour le premier des deux modeéles obtenus, l'auteur propose de rechercher une modéli-
sation des probabilités conditionnelles en masses pour chaque source (dans notre cas : les
sorties d’un classifieur), en prenant en compte des coefficients de confiance g, (coefficient
de confiance affecté a la classe i de la source k). Nous avons déterminé ces derniers en
fonction des occurrences des deux classes réelles dans les ensembles d’apprentissage de
chaque classifieur. Ainsi, nous avons m(C;) = ¢ip(xr/C;). Dans les mémes conditions
que ci-dessus, ’approche proposée par Appriou a conduit également au méme taux de
reconnaissance.

102



3.7. Conclusion

3.7 Conclusion

Dans ce chapitre, nous montrons 1’utilité du rejet d’ambiguité dans la phase de coales-
cence pour constituer les ensembles d’apprentissage de classifieurs plus spécialisés. Chaque
classifieur est spécialisé sur une région particuliére de I'espace de représentation, ce qui
lui permet de mieux décider attribution d’un individu & une classe (les frontiéres sont
mieux adaptées a la population locale). Leurs ensembles d’apprentissage sont plus simples
et leurs décisions sont moins entachées d’ignorance.

L’algorithme des c-moyennes floues (sans rejet d’ambiguité) donne de mauvais ré-
sultats concernant ’estimation des centres de classes. Bien qu’il soit possible d’utiliser
d’autres algorithmes de coalescence intégrant le rejet d’ambiguité, I’algorithme utilisé dans
cette étude (Fc+2M) présente 'avantage de calculer des centres qui sont plus proches des
centres physiques des classes de coalescence (les individus ambigus interviennent moins
dans ce calcul). Cet avantage est important, car ces centres sont utilisés dans la premiére
étape de classement, lors de la sélection des classifieurs les mieux adaptés.

Notre Systeme de Classifieurs est particuliérement intéressant pour gérer les classes
multimodales et les classes qui se chevauchent (voir annexe A). Par conséquent, il est
adapté au traitement statique des classes dynamiques, telles que nous les avons présen-
tées dans I’approche 1 du chapitre précédent (page 69). Nos résultats montrent que, dans
le cas des classes non-gaussiennes, un meilleur classifieur peut étre obtenu (par rapport a
un seul classifieur global) en combinant, par la régle de Dempster, les sorties des classi-
fieurs les mieux adaptés. Il serait intéressant de comparer ces résultats avec ceux d’autres
systémes de classifieurs.

Si les classifieurs sont de différents types (certains permettant méme le rejet d’ambi-
guité), la combinaison devient plus complexe. Une des améliorations de notre algorithme
peut venir de l'utilisation des modéles de fusion proposés par Appriou [4] et Smets [97].
En prenant en compte également le rejet de distance, notre approche permettra de traiter
I’évolution des classes ainsi que "apparition de nouvelles classes.
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Chapitre 4

Une planification temporelle de
systémes de classifieurs

Lorsque les classes sont évolutives (dynamiques) et qu’il n’est pas possible de trans-
former un probléeme de RAF dynamique en un probléme de RdF statique, la sélection
dynamique de classifieurs semble étre une solution pertinente. Ainsi, nous proposons, a
travers ce chapitre, un systeme de RAF adapté a la reconnaissance de classes dynamiques.
Les réseaux de Petri flous sont utilisés pour modéliser les changements d’états d’un tel
systeme. Le caractere flou de ces changements permet d’anticiper sur le ou les états du

systeme de RAF les mieur adaptés a ['instant considéré. Les performances et les limites
de fonctionnement sont également présentées.
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4.1. Introduction

4.1 Introduction

La RdAF concernant les objets naturels évolutifs fait intervenir des classes dynamiques.
La difficulté principale vient de la modélisation de ce type de classes et/ou de la modéli-
sation de la prédiction de ce type de classes. Ce probléme peut étre contourné en rendant
dynamique le systéme de RAF qui peut alors entrer dans différents états en fonction de
I'évolution des classes (c’est 'approche 2 du chapitre 2, page 69). Ainsi, c’est le systéme
de RAF qui change ou modifie son comportement en fonction du temps.

Les trajectoires de ces classes peuvent s’intersecter. Dans ce chapitre, nous traitons
les cas ou ces intersections sont uniquement spatiales. Face a la difficulté de réaliser un
systéme de RAF général, permettant de traiter tous les problémes de ce type, nous nous li-
mitons dans cette étude aux problémes ot les classes subissent des évolutions périodiques.

Pour cela, nous proposons un systéme de reconnaissance de classes dynamiques fondé
sur deux types d’apprentissage. L’aspect statique de I’apprentissage est assuré par des clas-
sifieurs ou des systémes de classifieurs. Dans les travaux qui suivent, ces classifieurs sont
obtenus en utilisant les résultats d’algorithmes de type c-moyennes floues en classement
(une itération supplémentaire avec les individus a classer). Quant a 'aspect dynamique,
il est traduit par ’apprentissage de la planification des différents états par un réseau de
Petri flou'®. Le réseau de Petri obtenu est un réseau cyclique. Ainsi, toute transition pos-
seéde une seule place d’entrée et une seule place de sortie. Dans la phase de reconnaissance,
la particularité du RPF proposé est qu’il doit étre initialisé & 'instant considéré. Cette
initialisation se fait en fonction des fonctions d’appartenance des jetons (construites lors
de la phase d’apprentissage).

4.2 Problématique

Lorsque, pour une application donnée, les caractéristiques des objets a reconnaitre ne
dépendent pas du temps, les classes associées aux différents objets sont dites statiques.
Les méthodes de RAF telles que les c-moyennes, les k plus proches voisins et bien d’autres
sont alors bien adaptées a la reconnaissance de ce type d’objets.

Cependant, de nombreuses applications du monde réel font apparaitre un glissement
des classes dans l'espace de représentation (usure des machines-outils, dérive des réfé-
rences des instruments de mesure, évolution de la température ambiante, etc.). De méme,
certaines applications sont, par nature, dépendantes du temps. Ainsi, les objets naturels
sont-ils souvent tributaires d’une évolution (la composante tendance d’une classe dyna-
mique, qui correspond, dans ce cas, au vieillissement) elle méme assujettie a des variations
périodiques (saisonniéres ou journaliéres).

18Ce chapitre a fait I’objet d’une publication dans une revue internationale [42] et d’autres publications
[41] [43].
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Les modifications de ’appareil qui observe un phénomeéne et I’évolution du phénoméne
lui-méme nécessitent que les outils de RAF suivent ces variations. En réalité, du fait que la
représentation du temps est trés liée & son utilisation (choix de la granularité de 'unité de
temps), les méthodes telles que la reconnaissance de séquences temporelles (Rombaut et
al. [89]), dans lesquelles le temps sous-jacent est celui des séries d’états, sont bien adaptées.

Le probléme étudié dans ce chapitre est la détection puis la reconnaissance des diffé-
rents états d’un systéme de reconnaissance pour les applications ou les caractéristiques
subissent des évolutions périodiques (par exemple, saisonniéres). Les classes ayant de telles
caractéristiques sont des classes dynamiques appelées aussi classes évolutives. L’évolution
des caractéristiques de ces classes est difficilement prédictible et il est communément ad-
mis que certaines trajectoires du monde réel ne peuvent étre prédites fidélement par les
outils mathématiques modernes. Par conséquent, nous proposons de modéliser un sys-
téme de reconnaissance fondé non pas sur une modélisation fine, mais au contraire, sur
une généralisation de la trajectoire en la décrivant comme une liste finie d’états. Dans
cette étude, nous ne traitons pas le probléme des "changements brusques", auquel cas les
classes peuvent étre considérées comme étant statiques et multimodales.

Les réseaux de Petri sont des modéles de représentation bien adaptés a la modélisa-
tion des systémes dynamiques intégrant des composants paralléles et asynchrones. Lorsque
I’événement du systéme dynamique est discret, le systéme est dit Systéme Dynamique a
Evénement Discret (SDED) (Cardoso et al. [14]). Les réseaux de Petri sont couramment
utilisés pour modéliser un SDED, chaque état du systéme étant représenté par un mar-
quage du réseau associé. Cette modélisation présente pourtant 'inconvénient de considérer
que le passage d’un état a un autre est un événement discret. Or, dans notre cas, ce pas-
sage est continu car les évolutions des classes traitées dans cette étude sont progressives.

En combinant un tel modeéle avec la théorie des ensembles flous, la prise en compte des
informations exogénes (connaissances de l'expert, connaissances a priori) et de l'incom-
plétude de I'information est explicite. En effet, on peut se situer plus ou moins de facon
certaine dans un état donné (jeton flou) ou étre plus ou moins certain qu’un événement se
soit produit (transition floue). Ce type de réseau est connu, dans la littérature, sous le nom
de réseau de Petri flou (RPF) et a été proposé pour la premiére fois par Looney [70]. Une
telle approche convient trés bien pour le cas ol un état du systéme modélisé correspond
a un marquage du RPF associé. Or, un systéme de reconnaissance dynamique nécessite
un RPF dans lequel & un état du systéme correspond une place (voir la définition de ce
mot dans la section suivante) du RPF, le changement d’état se décidant par un systéme
a base de régles floues. Chen et al.[16] proposent également un modéle de RPF (présenté
dans la section suivante), mais les auteurs remarquent que leur modéle ne peut pas étre
utilisé pour la représentation de connaissance temporelle (Jong et al. [62]). D’autre part,
il a été montré que le caractére flou du marquage permet de bien décrire le changement
d’état ou de la connaissance (Valette et Kiinzle [106]).

Par ailleurs, pour un probléme dynamique tel que 1’évolution périodique du systéme
de reconnaissance, il serait utile de concevoir un systéme a base de connaissances qui
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pourrait, comme le raisonnement humain, s’adapter a la dynamique des connaissances.
La phase d’apprentissage d’'un tel systéme consiste notamment a extraire les régles de
production floues (Chen et al. [16]) d’un systéme a base de régles. Nous modélisons ces
régles de production floues par un réseau de Petri flou. La représentation du systéme
de reconnaissance par un RPF doit nous permettre d’effectuer une sélection dynamique
de classifieurs (ou de Systémes de Classifieurs). Par conséquent, notre travail se place au
niveau décisionnel. Au niveau conceptuel (conception, spécification et vérification de com-
posants logiciels), 'application de la théorie des réseaux de Petri a été traitée notamment
par Estraillier et Girault [28].

Il est nécessaire de préciser que notre étude ne concerne pas ’analyse des propriétés
du réseau, mais plutot la modélisation d’un systéme de reconnaissance dynamique par un
RPF. Ainsi, le RPF constitue une représentation du systéme qui évolue dans le temps.
Pour une introduction aux propriétés et a ’analyse structurelle des Réseaux de Petri, le
lecteur dispose notamment des travaux de Valette et al.[107] et de Murata [79].

4.3 Représentation de connaissances dynamiques par
des réseaux de Petri flous

Dans notre approche (que nous nommons RCD-RPF), les propositions se référent aux
différents états du systéme de reconnaissance. Ainsi, les changements d’états de ce sys-
téme sont-ils analogues aux transferts de jetons dans un réseau de Petri. Il est alors aisé
d’associer un p-invariant au systéme de reconnaissance. Un p-invariant est un ensemble
de places pour lequel la charge globale en jetons reste constante indépendamment des
transitions franchies. Un des avantages de la théorie des réseaux de Petri est que les p-
invariants peuvent étre calculés par résolution de systémes linéaires, sans énumération
de tous les marquages possibles. Ce type de calcul permet de vérifier que le systéme de
reconnaissance propose, a tout instant, un seul état possible du systéme. Les différentes
places de ce p-invariant représentent alors les différents états du systeéme.

Pour un RPF, ce type d’analyse ne peut étre mis a profit que si 1’évolution floue du
marquage reste au moins partiellement cohérente avec le réseau de Petri ordinaire sous-
jacent. Dans une telle application, ’analyse structurelle précédente et la modélisation par
réseau de Petri d’un systéme de régles de production restent complétement cohérents (Va-
lette et al. [105]).

Nous tenons compte du temps explicitement, en définissant les dates floues associées
a la fois aux transitions et aux jetons (autant de jetons qu’il y a de places, chaque place
ayant un jeton flou qui lui est associé). Ainsi, le temps courant correspond & une date
possible pour les franchissements des transitions et les disponibilités des jetons.
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4.3.1 RPF pour le raisonnement

La définition de Chen et al. [16] d’'un RPF est la suivante :

Définition 8 Un réseau de Petri flou est un 8-uplet RPF = (P, T,ps, D, 1,0, f,x, B) ot :

- P=A{P,P,,..., Py}, un ensemble fini de places,

~ Trpr = {11, 15, ..., T; }, un ensemble fini de transitions,

- D ={D,Ds,...,Dy}, un ensemble fini de propositions,

-~ PNOTpsND =0 (vide), | P |=| D | (nombre de places égal au nombre de proposi-
tions),

— 1 Trpy — P> est la fonction d’entrée, qui associe a toute transition un ensemble
de places,

= O Trpp — P est la fonction de sortie, qui associe a toute transition un ensemble
de places,

— £ Trpr — 10,1] est la fonction d’association, qui associe & toute transition un réel
compris entre 0 et 1,

— «a: P —[0,1] est la fonction d’association, qui associe a toute place un réel compris
entre 0 et 1,

— [ :P — D est une fonction d’association bijective entre places et propositions.

En utilisant les réseaux de Petri flous, la régle de production floue R; permettant de
décrire une relation floue entre deux propositions D; et Dy, s’écrit de la maniére suivante :

ot y; est la valeur du Facteur de Certitude F'C' (Chen et al. [16]) associé a la transition
T;. Lorsqu’au moins deux propositions sont concernées, la régle contient des connecteurs
logiques "et" ou "ou". Ces régles sont appelées régles de production floues composites et
peuvent étre divisées en 4 types (Looney et Alfize [71]) :

— Type 1: SI Dj; et Djs et ... et Dj, ALORS Dy (CF = ;)
— Type 2: SI D; ALORS Dy et Dyy et ... et Dy, (CF = 1)
— Type 3: SI Dj; ou Djs ou ... ou Dj,, ALORS Dy (CF = ;)
— Type 4: SI D; ALORS Dy ou Dys ou ... ou Dy, (CF = p;)

Pour les évolutions périodiques, le comportement du systéme de reconnaissance doit
étre cyclique : sur une période, la place de départ est la méme que celle de la fin de la
période. Pour cette raison et bien que le RPF que nous proposons dans la section suivante
convienne a toutes ces régles, nous n’utiliserons dans la suite que les régles de type R;.

Dans (Jong et al. [62]), les auteurs remarquent que ce modéle ne peut pas étre utilisé
pour la représentation de connaissance temporelle. Dans leur approche, la partie condi-
tion (proposition D;) d’une régle est consommée lorsque la régle est appliquée, de la
méme maniére que le jeton de la place d’entrée est consommeé par le franchissement de
la transition. Ceci oblige a considérer qu’'une proposition reste vraie uniquement si elle
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n’est pas consommeée. Le jeton étant flou, la décision de consommer un jeton (i.e., de
franchir une transition) dépend du seuil qui est associé a sa place. Dans ce cas, on ne peut
prétendre que le franchissement d’une transition soit floue. Looney [70] utilise également
un seuil associé a chaque transition pour décider de transmettre le jeton flou. Il propose
d’en transmettre une copie a la place de sortie, pour que la proposition associé a la place
d’entrée reste vraie. Ceci se traduit par une boucle simple dans le graphe du réseau de
Petri. L’inconvénient est qu’il n’apparait pas dans la matrice d’incidence du réseau. Au
lieu de se donner un choix uniquement entre les solutions "copier" ou "consommer" (type
binaire : 0 ou 1), il serait plus pertinent d’alimenter correctement toute place avec une
charge adéquate d’un jeton associé a cette place. Notre étude montre qu’il est possible
de construire des fonctions d’appartenance de tels jetons lors de la phase d’apprentissage
(voir la section 4.4.1).

4.3.2 RPF pour connaissances dynamiques

Dans I’hypothése des évolutions périodiques déterministes, les parties antécédent et
conséquence d’une régle de production floue sont uniques, car les propriétés du temps
sous-jacent sont celles de N (I’ensemble des entiers naturels) relativement a la relation
précédente (ordre total discret) : étant donné un premier état, chaque état suivant induit
un successeur unique. Ainsi, nous utilisons uniquement les régles qui sont semblables a celle
décrite par R; (4.1). Cependant, le modeéle de RPF proposé ci-dessous reste valable pour
toutes les autres régles. C’est le cas dans ’hypothése des problémes non-déterministes,
dans lequel le temps peut avoir plusieurs futurs, méme si pour tous les états d’une série
donnée, il a un passé unique.

Nous proposons de modifier le modéle de Chen et al. [16] de maniére & tenir compte
explicitement du temps. Chaque jeton associé a une place est un ensemble flou dont la
fonction d’appartenance qui le définit dépend du temps. Chaque transition n’est plus as-
sociée a un facteur de certitude (indépendant du temps), mais est un ensemble flou dont la
fonction d’appartenance qui le définit dépend du temps. Notre RPF n’est pas asynchrone
dans le sens o une transition peut étre franchie a un instant inconnu (contrairement
au réseau de Petri classique), mais il est asynchrone dans le sens ou le RPF peut étre
utilisé a des instants inconnus : c’est ’application des régles qui se produit a des instants
indéterminés.

Pour la phase de classement, nous proposons de réinitialiser le marquage en fonction
des valeurs prises par les jetons a I'instant du classement, avant de faire appel au systéme
de reconnaissance par ’application des régles. La définition que nous proposons pour un
RPF représentant un systéme de reconnaissance dynamique est la suivante :

Définition 9 Un réseau de Petri flou est un 8-uplet RPF = (P, Typr, D, 1,0, f,, B) ot :
- P=AP,, P, ..., Py}, un ensemble fini de places,
~ Trpr ={T1, T3, ..., Tis }, un ensemble fini de transitions,
- D ={Dy,D,,...,Dy}, un ensemble fini de propositions,
- PATND=0,|P =D,
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— 1 Trpy — P> est la fonction d’entrée, qui associe a toute transition un ensemble
de places,

= O Trpp — P est la fonction de sortie, qui associe a toute transition un ensemble
de places,

— [ Tops x T —[0,1] est la fonction d’association, qui associe & toute transition un
réel compris entre 0 et 1, a tout instant t € T,

—a:PxT —[0,1] est la fonction d’association, qui associe & toute place un réel
compris entre 0 et 1, a tout instant t € T,

— [ :P — D est une fonction d’association bijective entre places et propositions.

ou T représente le temps écoulé depuis I’état initial du RPF. La régle de production
floue R; devient alors :

ot ppi(t) = f(T},t) est la valeur du Facteur de Certitude. De méme, pp;(t) = f(P},t) est
la "valeur" (i.e., le degré d’appartenance) du jeton de la place P; a I'instant ¢.

Si a(Pj) = vyj, y; € [0,1] et B(P;) = D;, alors le degré de vérité de la proposition D;
est y;, i.e., le degré de vérité de la validité de I’état j du systéme de reconnaissance est y;.
Cette regle peut étre modélisée comme dans la figure 4.1, ou P; et P, sont respectivement
la place d’entrée et la place de sortie de la transition T;. N'utilisant que des régles de type
R; (voir section précédente), y; et y, ne dépendent que de leur transition d’entrée et de la
place d’entrée de cette transition. Ainsi, le degré de vérité de la proposition Dy (systéme
de reconnaissance dans 1'état k) est alors :

Dj = "Etat j* Dk = "Etat k"
HT0=0
0.8 >i @
T
P P,

F1G. 4.1 — Représentation d’une régle de production floue par un RPF.

4.3.3 Exemple de RPF

La figure 4.2 présente un exemple de RPF (cas cyclique) pour la représentation de
connaissances dynamiques, dont la définition est :

RPFIZ(PaﬁpﬁD)IaOaf)aaﬂ) ou :
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4.4. Synthese d’un Réseau de Petri Flou

-P= {P17P27P37P4}7

- Trpf = {T17T27T37T4}7

— D ={FEtat 1, Etat 2, Etat 3, Etat 4},

= I(h) ={~}, I[(T) = {»}, [(Tz) ={P}, [(T3) = {1},

- O(h) = {P}, O(1z) = {B}, O(13) = {P}, O(1y) = {P},

= f(T) = pr(t), f(T2) = pra(t), [(T3) = prs(t), f(Th) = pralt),
(Fonctions d’initialisation de {11, T%,T3,T4})

- a(Py) = ppi(t), a(Py) = ppa(t), a(Ps) = pps(t), a(Py) = ppa(t),
(Fonctions d’initialisation de { Py, Py, Ps, Py })

- B(Pl) = Etat ]_, 5(P2) = Etat 2, B(Pg) = Etat 3, B(P4) = Etat 4.

"Etat 1" "Etat 3"

"Etat 2"

F1G. 4.2 — Représentation de connaissance dynamique par un RPF.

Pour ce réseau, les régles de production floues sont :
— Ry : SI Etat 1 ALORS Etat 2(FC = pr(t)),

— Ry : SI Etat 2 ALORS Etat 3(FC = urs(t)),
— Ry : SI Etat 3 ALORS Etat 4(FC = urs(t)),
- R4 :SI Etat 4 ALORS FEtat 1(FC = /LT4(t))

4.4 Synthése d’un Réseau de Petri Flou

Un modéle de représentation de connaissances dynamiques étant proposé, les fonctions

d’appartenances doivent étre déterminées (i.e., apprises) lors de la phase d’apprentissage,
i.e., elles doivent étre apprises pour un systéme de reconnaissance donné.

4.4.1 Aspect dynamique de ’apprentissage

Afin de générer un réseau de Petri flou, il est nécessaire de détecter les changements

d’états (les changements nécessaires de systémes de classifieurs) et de déterminer les fonc-
tions d’appartenance des transitions et des jetons.
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Des mesures de changements fondées sur ’organisation des caractéristiques ont été
proposées par Sarkar et Boyer [92|. A partir de valeurs et vecteurs propres de la matrice
d’adjacences, leur méthode permet de quantifier le changement des données. Ces mesures,
associées a des seuils permettent de créer un nouvel état. L’instant associé a cet événement
peut servir alors au choix de la distribution des appartenances pour la transition d’entrée
de la place associée au nouvel état.

Dans le cadre de la RdF, nous proposons une méthode moins cotiteuse en temps de
calcul, qui consiste a observer I’évolution de la matrice de confusion a partir de 'ap-
prentissage effectué pour une configuration initiale. Une phase d’apprentissage permet
de détecter les changements d’états nécessaires pour ne pas dépasser un certain seuil de
confusion entre les classes. Les instants associés a ces changements servent a déterminer
les dates flous pour les transitions et les jetons associés a chaque place, i.e., de construire
leurs fonctions d’appartenance.

L’évolution étant périodique, a tout instant, une seule transition peut étre franchie.
Ceci implique que 'imprécision temporelle doit étre faible, du fait que nous sommes ame-
nés a choisir un seul état a tout instant, bien qu’il soit imaginable de prévoir le cas ou ’'on
déciderait de 'affectation a une classe suite a la fusion des résultats de plusieurs systémes
de classifieurs. Un systéme de classifieurs peut étre composé de plusieurs classifieurs. De
tels systemes s’avérent utiles lorsque les classes sont multimodales ou lorsqu’elles se che-
vauchent (par exemple, I'algorithme 3C, décrit au chapitre 3). Puisque, & tout moment, le
systéme de reconnaissance peut étre, au plus, entre deux états, nous limitons cette étude
au cas ou seulement deux systémes doivent étre choisis.

L’apprentissage permet de construire ces fonctions d’appartenance en tenant compte
implicitement des connaissances de ’expert. Chaque instant associé a un changement
d’état correspond alors a I'instant auquel le degré d’appartenance de la transition franchie
est maximal (pg,,(t) = 1). Il est raisonnable de considérer que cette fonction d’apparte-
nance doit s’annuler aux instants correspondants aux changements d’états précédent et
suivant (i.e., correspondants aux instants pour lesquelles les degrés d’appartenance des
transitions précédente et suivante sont maximales).

Pour les jetons flous, le raisonnement est un peu différent. En effet, entre deux chan-
gements d’états n et n + 1, pp,(t) devrait avoir des degrés d’appartenance élevés et ne
devrait pas étre nulle a ces deux instants. Car c’est, précisément, a ces deux instants que
le systéme de reconnaissance devra faire un choix permettant d’anticiper sur I’évolution
des classes. Par conséquent, nous proposons d’annuler ip,(t) avant le changement n et
aprés le changement n + 1. En pratique, ces deux écarts sont déterminés en divisant par
deux les durées de validité des états précédent et suivant. Ainsi, ces deux instants corres-
pondent aux maxima de pp,_, () et de pp,., (t). De plus, ce choix permet d’avoir un RPF
p-invariant (Vt, X2 up,(t) = 1).

Dans cette étude, nous choisissons des fonctions d’appartenance triangulaires, définies
ci-aprés. Ces deux fonctions d’appartenance sont représentées dans la figure 4.3.
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4.4. Synthese d’un Réseau de Petri Flou

Définition 10 Soit tr, € T, Vn € [1, N], Uinstant correspondant au changement de [’état
n vers l’état n+ 1. La fonction d’appartenance pr,(t) de l'ensemble flou "la transition T,,
est a peu pres valide" est définie par :

pn 2 T —[0,1]
( t—t .
e sitr,, <t <ty
—t+t .
prn(t) = ﬁ sity, <t<tr,, (4.3)
[ 0, sinon.

Définition 11 Soittr, € T, Vn € [1, N], Uinstant correspondant au changement de [’état
n vers l'état n + 1 et A, la durée entre tr, € T et tr,,, € T divisée par 2. La fonction
d’appartenance pup,(t) de U'ensemble flou "le jeton de la place P, est a peu prés valide”
est définie par :

ppn 2 T —[0,1]
(Flnba )i (tg, — Ayy) S E< (b, + Ay)
ppn(t) = § THIa B0 D (g A <8< (b, + Ang) (4.4)
L 0, sinon.

Alinsi, I’état du réseau de Petri flou change-t-il en fonction de I’évolution des transitions
floues et de I’évolution des marquages flous associés aux places. De cette maniére, nous
prenons explicitement le temps en compte et nous effectuons ’apprentissage dynamique.
Ce dernier nous permettra de reconnaitre, a tout moment, le "meilleur" systéme a utiliser.

Construit dans ces conditions, le RPF est vivant et ne comporte, par conséquent, pas
de blocages. Il est aussi 1-borné et sauf (safe, en Anglais), par conséquent. Cette derniére
propriété implique que le réseau est cohérent, i.e., V¢t € T et Yn € [1,N], up,(t) < 1.
Dans le cas contraire, cela poserait un probléme d’interprétation de "up,(t) > 1".

4.4.2 Algorithme de construction du systéme de RdF

L’algorithme suivant permet de déterminer ces instants de changements d’états, ins-
tants qui serviront a construire les fonctions d’appartenance. Soit n le nombre d’états, égal
au nombre de classifieurs (ou de systémes de classifieurs). La procédure d’apprentissage
génére de maniére itérative des états, jusqu’a ce que le nombre d’états trouvé ne change
plus et que les centres de classes calculées pour les différents états ne se déplacent plus (a
un seuil € preés).
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Chapitre 4. Une planification temporelle de systéemes de classifieurs

tTn1 tTn tTn+

tTn+2
1
IJTn(t)
An-1 An An+1 t
P S——
1
uPn(t)
t
tTn- Ana tTn+An tTn+si+An+a

F1G. 4.3 — Construction des fonctions d’appartenance des transitions ur,(t) et de celles
des jetons pupy ().

Procédure Apprentissage sur premiére période (T)

Entrée : X' : l’ensemble d’apprentissage, T, Tolérance, €

Sortie : Fonctions d’appartenance des jetons et des transitions i € [1,n], les
classifieurs e; ou systémes SC; i € [1,n]

1 : Effectuer un apprentissage et un classement a t =0 (classifieur e;)
2 : Calculer la matrice de confusion (de référence) M°, pour t =0
3:m+—0;n+1

4 : répéter

5: t+0

6: Trépéter

7 Effectuer un classement (classifieur e,)

8: Calculer la matrice de confusion M,

9: st (A confusion > Tolérance) alors

10 : tr, —t;n<n+1

11 : Effectuer un apprentissage et un classement (classifieur ey,)
12 : Calculer la matrice de confusion M°

13 : fin st

14 : t=t+ 0t

15: gJusqu’a (t >T)
160 Mancien < M; M 4N (M = Nypagima de Uitération)

17 : Jusqu’a ((m = Mgpeien) ET (|Centres de classes| < €))

18 : Construire les fonctions d’appartenance
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4.5. Aspect statique de ’apprentissage

4.5 Aspect statique de Papprentissage

Les connaissances statiques (valables & un moment donné dans une période) sont
apprises par les classifieurs ou les systémes de classifieurs associés aux différents états
du systéme de reconnaissance dynamique. Elles sont modélisées de différentes maniéres
(centres de classes, matrices de variance-covariances, poids des entrées de neurones dans
un réseau de neurones, etc.), en fonction du type de systéme de classifieurs.

4.6 Fonctionnement du systéme de RdAF

Les fonctions d’appartenance des transitions 7; et celles des jetons des places P; étant
apprises lors de 'apprentissage, le degré de vérité d’un état du systéme (d’une proposition)
est déterminé par la valeur du jeton associé a sa place (i.e., son degré d’appartenance). Les
valeurs des jetons associés aux différentes places sont obtenues par ’application des régles
de production floues, a l'instant considéré. En fonction de cet instant, I'individu inconnu
x est classé par le ou les SCs adaptés. Dans le cas o deux SCs sont adaptés, leurs sorties
sont combinées. La prise de décision est effectuée sur les résultats du SC retenu ou sur
les résultats de la combinaison, en fonction du nombre de SCs adaptés a I'instant considéré.

La figure 4.4 illustre le fonctionnement global du systéme de RAF proposé. Un RPF
est construit lors de la phase d’apprentissage en fonction de I’évolution des classes. De
méme, les transitions 7; et les jetons des places P; sont appris lors de 1’apprentissage.
Ainsi, SC; est spécialisé pour reconnaitre les classes C; et Cy pour une partie de leurs
trajectoires.

4.7 Validation

Dans cette étude, chaque systéme de classifieurs est composé d’un seul classifieur. Au
niveau du classifieur, nous utilisons également les ensembles flous. Il s’agit d’une méthode
de classification non supervisée, appelée Fc+2M, présentée au chapitre précédent. Dans
cette application, nous avons inhibé ses possibilités de rejet de distance et de rejet d’am-
biguité (cette méthode est alors équivalente aux c-moyennes floues définies par Bezdek
[9]). 11 va de soi que d’autres méthodes peuvent étre employées.

4.7.1 Données synthétiques

La figure 4.5 présente un probléme d’évolution périodique a deux classes dont les
trajectoires sont elliptiques, avec croisement entre les deux trajectoires. La période est
composée de n, = 256 instants et chaque classe comporte 400 individus. Les confusions
et/ou les ambiguités entre classes apparaissent dans certaines configurations (si on uti-
lise un seul classifieur). Pour un probléme du monde réel, les trajectoires sont en général
plus compliquées, mais peuvent présenter les mémes caractéristiques. La configuration
des classes a t = 196, instant ou les deux classes sont proches 'une de ’autre, est donnée
par la figure 4.6. Dans ce cas, les classes restent bien séparées, mais nous verrons plus
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Chapitre 4. Une planification temporelle de systéemes de classifieurs

Réseau de Petri Flou
P1 TN

O 7

’

! /
. /
) T3 )
! /
I

II // P3 / i
rT2 / Ky Apprentissage :
P2 \_ b / J Planification
; ; Classement :
%\ / / Choix des systéeme
SCi) Vecteur de
SC200 | Fusion, décision
X —| SC1| SCy| SG| ... S« oy o
SCNK) Decision | 4,
o décision

Espace de représentation

F1G. 4.4 — Fonctionnement du systéme de RdAF proposé et principe de classement d’un
individu inconnu x : chaque place (P;) est associée a un état du systéme de RAF et chaque
état du systéme est représenté par un classifieur ou un Systéme de Classifieurs (SC).
L’individu z est classé par le SC dont 1’état du systéme est adapté a 'instant considéré.
Plusieurs SCs (les mieux adaptés) peuvent également contribuer a classer Iindividu a
travers une phase de fusion et de décision.
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4.7. Validation

loin (en annexe B), un cas ou il y chevauchement partiel des classes. L’évolution de ces
classes est définie par les n, positions successives occupées, correspondant aux différents
instants. Aux instants initial et final, les classes sont générées de la maniére suivante (avec
l'écart-type o = 2) :

— ¢ : 400 individus suivant une distribution Gaussienne ;

o2 0
0 o2

m=(30 60),5 =

— ¢ : 400 individus suivant une distribution Gaussienne (X5 = ¥4);

my= (90 50 )

110 T T T T T

100

9 |

80 4

Caracteristique 2

60 -

50 F

40 1 1 1 1 1 1 1
20 30 40 50 60 70 80 90 100

Caracteristique 1

F1G. 4.5 — Exemple de probléme a deux classes, dont les trajectoires sont elliptiques. La
position 1 est superposée avec la position 10. Pour les autres positions, seules les centres
de classes sont représentées.

4.7.2 Apprentissage

Aprés Papprentissage et le classement (pour le suivi de I’évolution du taux de recon-
naissance) dans la position initiale des classes, nous créons un nouvel état a chaque fois que
la confusion sur une classe quelconque dépasse un seuil choisi de ¢f; = 10 % de confusion.
Ce seuil correspond au seuil de confusion toléré en classement. Lorsque ce dépassement se
produit, le nouvel état est associé & un nouveau classifieur (créee) qui apprend sur les don-
nées associées a la position concernée et les reclasse (dans ce cas, le taux de reconnaissance
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Chapitre 4. Une planification temporelle de systéemes de classifieurs

90 T T T T T

T
Classe 1 +
Classe2  x

85 - x « .

80 -

75

Caracteristique 2

70 -

65 -

60 I I I I I I
50 55 60 65 70 75 80 85

Caracteristique 1

FiG. 4.6 — Configuration des deux classes dans la position 196.

du classifieur est évalué sur son ensemble d’apprentissage). Le classement s’effectue alors
avec ce nouveau classifieur jusqu’au prochain dépassement du seuil de confusion. Le cycle
se termine lorsque toute la période est ainsi traitée. Soit X', I'ensemble des individus
générés dans toutes les positions de la période, qui constitue I’ensemble d’apprentissage.
L’ensemble de test X! est généré dans les mémes conditions.

Fonctionnement

Si nous réitérons le cycle d’apprentissage plusieurs fois sur une méme période (période
supposée fixe), au bout du 3éme cycle (dans nos expérimentations), le graphe obtenu de-
vient stable (y compris les centres de classes associés). Dans ces conditions, nous obtenons
I’évolution du taux de reconnaissance de la figure 4.7. Les centres de classes de chaque
état (du systéme de reconnaissance) et les taux de confusion associés aux transitions sont
présentés respectivement dans les Tableaux 4.1 et 4.2. Ces centres sont montrés dans la
figure 4.8. Les places et transitions successives obtenues sont représentées par un réseau
de Petri dans la figure 4.9.

A partir du 2éme cycle, chaque cycle débute en adoptant (en conservant) le dernier
classifieur utilisé lors du cycle précédent. Ceci permet le suivi de ’évolution du taux de
reconnaissance. Les figures 4.10 et 4.11, présentent respectivement les fonctions d’appar-
tenance des transitions pr,(t) et les fonctions d’appartenance des jetons pp,(t) obtenues.
On peut constater que ces fonctions sont non symétriques et de supports différents. Ceci
montre 'adaptation de ces fonctions a 'application envisagée a travers ’adaptation de
celles-ci a la dynamique des classes évolutives.
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4.7. Validation

1.02

1.01 - -

0.99 |- -

0.98 |- —

Taux de reconnaissance

0.96 |- -

0.95

1 1 1 1
(0] 0.2 0.4 0.6 0.8 1
Temps (un cycle)

F1G. 4.7 — Evolution du taux de reconnaissance en tenant compte des changements d’états,
lors de 'apprentissage. Les 4 changements d’états sont définis suites aux 4 chutes visibles
sur la courbe.

Classes
Etat C1 C2
(Place) || Parameétre 1 | Parameétre 2 || Paramétre 1 | Paramétre 2
Etat 1 50.17 69.38 80.56 70.12
Etat 2 63.29 49.99 99.94 83.24
Etat 3 87.67 56.06 93.88 107.6
Etat 4 65.64 69.75 80.18 85.99

TAB. 4.1 — Centres des classes obtenus pour les différents états (4) du systéme (aprés le
cycle 3).

Transitions T1 T2 T3 T4
Taux de confusion (%) || 6.4 | 6.1 | 5.5 | 6.1

TAB. 4.2 — Taux global de confusion engendrant des changements d’états (le seuil de
confusion tolérée sur une classe est de 10 %.
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Chapitre 4. Une planification temporelle de systéemes de classifieurs

120

T
Classe 1  +
Classe2  x

110 3 1
x

920 1

80 B
J 2
4
70 1+<7+ x
1
60 B

+
/‘V 3
50 | +

40 ! ! ! ! ! !

Caracteristique 2

Caracteristique 1

F1G. 4.8 — Résultat de 'apprentissage des différentes positions des centres de classes (pour
les différents états indiqués sur la figure).

Etat 1
T2

F1G. 4.9 — Places (états) successives et transitions (événements) obtenues a la fin du cycle
3.
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4.7. Validation

soueusyedde p aifaq

Temps (un cycle)

d’appartenance des transitions p,(t) (pour les transitions 7; a

F1G. 4.10 — Fonctions
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F1G. 4.11 — Fonctions d’appartenance des jetons pp,(t) d’initialisation des places P,. On
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Chapitre 4. Une planification temporelle de systéemes de classifieurs

Influence de la position initiale

Le systéme de reconnaissance obtenu (les états, le graphe, les fonctions d’appartenance
et les classifieurs) différe si le nombre de positions dans la période ou si le seuil utilisé sur
le taux de confusion sont différents. Il est évident que le systéme obtenu différe également
selon la définition de I'instant initial de la période concernée. Il en est de méme selon que
'on classifie ou non les individus du premier instant, lors de la premiére itération (dans
notre cas, ce classement est effectué), i.e., selon que la matrice de confusion de référence
M soit évaluée sur ensemble d’apprentissage du classifieur ou sur 1’ensemble corres-
pondant & l'instant suivant. Dans la sous-section 4.7.8, nous étudions les changements de
comportement possibles & travers le choix de deux autres instants initiaux.

4.7.3 Classement

La figure 4.12 présente les fonctions d’appartenance des marquages des différentes
places P, qui résultent de I'opération t-norme de type produit algébrique, entre pup _, (t)
et ur, _,(t). L’évolution du taux de reconnaissance en classement est donnée dans la figure
4.13 (avec X! = X'"). On peut constater que les résultats sont meilleurs que dans la phase
de construction des classifieurs : le systeme RdF anticipe sur l’évolution des classes en
adoptant le ou les classifieurs adaptés. Lorsque les degrés d’appartenance obtenus sont non
nuls pour deux jetons (cf. figure 4.12), les deux classifieurs correspondants peuvent étre
appliqués. Leurs sorties peuvent étre combinées par une somme pondérée (par les degrés
d’appartenances des deux jetons). Dans ce cas, I’évolution est donnée dans la figure 4.14
(avec X! = X'"). Pendant le classement, afin d’étudier la robustesse du systéme, un bruit
peut étre ajouté aux centres des classes dans toutes les directions. Le bruit choisi est
Gaussien, défini par N'((0; 0)(0centres; Ocentres; ), AVEC Teentres = 1. L’évolution sans fusion
mais avec bruit est donnée par la figure 4.15 (avec X! # X'"). Le méme cas avec fusion est
présenté par la figure 4.16. Tous ces résultats montrent que le systéme de reconnaissance
classe correctement plus de 98 % a tout moment de la période!®.

4.7.4 Variation du nombre de positions dans une période.

Le tableau 4.3 montre que pour les valeurs de o assez faibles (comparée aux distances
interclasses), le nombre d’états en fonction du nombre de positions dans la période reste
relativement stable. Ce méme nombre augmente sensiblement lorsque la valeur de o de-
vient importante. La figure 4.17 montre cette augmentation pour o = 8 (le chevauchement
des classes est alors possible, cf. figure 4.18).

4.7.5 Variation du seuil de confusion tolérée

Lorsque o est faible, le seuil cf; a peu d’influence sur le nombre d’états générés.
L’influence s’accentue avec 'augmentation de o. Ainsi, pour o = 8 (voir figure 4.18), on
peut dépasser la dizaine d’états. La figure 4.19 montre que plus le seuil cf; toléré est grand,

9Et meéme plus de 99 %, lorsqu’on autorise des combinaisons entre les résultats.
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F1G. 4.12 — Fonctions d’appartenance des jetons pup,,(t) obtenues pour les différentes places
P,, résultants de ’opération t-norme entre la fonction de sa transition d’entrée et celle de
la place d’entrée de cette transition.

1.02

0.99

Taux de reconnaissance

0.97

0.96

0.95 ! ! ! !
0] 0.2 0.4 0.6 0.8 1

Temps (un cycle)

FiG. 4.13 — Evolution du taux de reconnaissance en classement (avec X' = X' et une

méme évolution dans le temps). Les chutes sont minimes car le systéme de RAF anticipe
I’évolution des classes.

125



Chapitre 4. Une planification temporelle de systéemes de classifieurs

1.02

1.01 - B

0.99 B

Taux de reconnaissance

0.97 4

0.96 B

0.95 ! ! ! !
0 0.2 0.4 0.6 0.8 1

Temps (un cycle)

F1G. 4.14 — Evolution du taux de reconnaissance en classement avec fusion (avec X' =
X', Les résultats sont améliorés par la fusion des sorties des classifieurs pour les deux
états les plus valides.

1.02

0.98 B

Taux de reconnaissance

0.97 4

0.95 ! ! ! !
0 0.2 0.4 0.6 0.8 1

Temps (un cycle)

F1G. 4.15 — Evolution du taux de reconnaissance en classement avec bruit (oeenres = 1,
Xt # X!} et sans fusion. Peu de dégradation due au bruit : le systéme de RAF est robuste.
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1.02
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0.96
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F1G. 4.16 — Evolution du taux de reconnaissance en classement avec bruit (ocentres = 1,
Xt £ X'm) et avec fusion. Le résultat est également amélioré.

Nombre de posi- || 4 | 8 | 16 | 32 | 64 | 128 | 256 | 512
tions

o=2 31313144 4 4 4

o=3 313434 4 4 4

o=5 3141444 6 6 6

o=2_8 31416 |7 |10 10 | 11 | 11

TAB. 4.3 — Nombre d’états dans une période pour différents o (seuil de confusion cf;
toléré : 10 %).
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Chapitre 4. Une planification temporelle de systéemes de classifieurs

12 -

[
o
T

1

Etats obtenus (nombre)

2 1 1 1 1
0 500 1000 1500 2000

Nombre de positions dans la periode

F1G. 4.17 — Influence du nombre de positions pour ¢ = 8 (avec c¢f; = 0.1). Plus le
chevauchement peut étre important et plus le nombre d’états générés sera élevé. Dans ce
cas, le nombre de positions influe peu.

plus le nombre d’états nécessaire est réduit et plus le taux de reconnaissance comporte
des chutes importantes.

4.7.6 Variation de I’écart-type des distributions

Pour des valeurs élevées de 1’écart-type o des distributions, le systéme de reconnais-
sance a tendance a générer plus d’états afin de satisfaire aux contraintes (en particulier
le seuil cf;). Ceci est mis en évidence dans la figure 4.20. Jusqu’a une valeur o = 4.5, 4
états suffisent pour effectuer la reconnaissance. Au dela de cette valeur, le nombre d’états
nécessaires dépend du degré de chevauchement entre les deux classes (lorsque leurs posi-
tions s’approchent) et de I’évolution éventuelle de la forme des classes sur une intervalle
de temps d’échantillonnage (temps période / n,).

4.7.7 Autre type de trajectoire

La figure 4.21 présente le cas ol en plus du croisement des trajectoires des deux classes,
il y a croisement de la trajectoire de la classe 1 avec elle-méme. Nous obtenons également
4 états, représentés dans la figure 4.22. Pour comparer aux résultats obtenus avec les tra-
jectoires elliptiques (pour les deux classes), le tableau 4.4 présente les centres de classes
obtenus a la troisiéme itération.
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F1G. 4.18 — Les deux classes dans les positions 0 et 10 avec leurs trajectoires pour o = 8
(et n, = 256 positions).

[oe]
T
1

o
T
1

Etats obtenus (nombre)

1 1 1 1 1 1 1 1
0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9
Seuil de confusion

F1G. 4.19 — Influence du seuil de confusion tolérée (pour o = 8 et n, = 256 positions).
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12 - E

10 |- 1

Etats obtenus (nombre)

Ecart-type de distributions

F1G. 4.20 — Influence de 1'écart-type des distributions des deux classes (pour ¢f; = 0.1 et
n, = 256 positions).
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F1G. 4.21 — Les deux classes dans les positions 0 et 16 avec leurs trajectoires (pour o = 2
et n, = 256 positions).
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Caracteristique 2

120 T T T
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60 B \ / ]
o0 - & _
4
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50 60 70 80 90
Caracteristique 1

100

F1G. 4.22 — Positions des centres de classes pour les différents états.

Classes
Etat C1 C2
(Place) || Paramétre 1 | Paramétre 2 || Paramétre 1 | Paramétre 2
Etat 1 51.58 67.67 80.41 71.53
Etat 2 64.23 64.21 99.91 84.19
Etat 3 82.98 66.65 96.44 102.9
Etat 4 70.33 51.12 80.62 90.28

TAB. 4.4 — Centres des classes obtenus pour les différents états (4) du systéme (apres le

cycle 3).
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4.7.8 Autres positions initiales
Initialisation 1

La figure 4.23 présente un cas ou les conditions initiales sont différentes (position
initiale choisie dans la période). Nous obtenons également 4 états qui sont représentés dans
la figure 4.24. La figure 4.25 montre clairement qu’il y a une périodicité dans I’évolution
des marquages obtenus. En effet, on constate bien que les marquages obtenus pour les
différentes places ont les mémes valeurs au début et a la fin du cycle (voir les marquages de
P1 et de P2, en particulier). La fonction d’appartenance du marquage de P5 représente
I'état supplémentaire obtenu (par rapport au cas ou o = 2). L’évolution du taux de
reconnaissance en apprentissage et en classement est montrée dans les figures 4.26 et 4.27.

120 T T T T T T

T
Classe 1 +
Classe2  x

110

100

90

80 I

Caracteristique 2

70 |

50 |

40 : .
20 30 40

Caracteristique 1

F1G. 4.23 — Initialisation 1 : les deux classes dans les positions 0 et 16 avec leurs trajectoires
(pour o =5 et n, = 256 positions).

Initialisation 2

La figure 4.28 présente une autre position initiale. Nous obtenons également 4 états
qui sont représentés dans la figure 4.29. L’évolution du taux de reconnaissance en appren-
tissage et en classement est donné dans les figures 4.30 et 4.31.
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Caracteristique 2
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50 60 70 80 90 100
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F1G. 4.24 — Initialisation 1 : positions des centres de classes pour les différents états (pour
o =5 et n, = 256 positions).
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F1G. 4.25 — Initialisation 1 : marquages obtenus au cours du temps (pour o = 5 et n, = 256
positions).
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Taux de reconnaissance
o
[{=}
(2]
T
1

0.9 I I I I
0 0.2 0.4 0.6 0.8 1

Temps (un cycle)

F1G. 4.26 — Initialisation 1 : taux de reconnaissance en apprentissage (pour o = 5 et
n, = 256 positions). Le taux de confusion toléré sur une classe est de cf; = 10 %.

0.98 ]

Taux de reconnaissance

0.95 I I I I
0 0.2 0.4 0.6 0.8 1

Temps (un cycle)

F1G. 4.27 — Initialisation 1 : taux de reconnaissance en classement (pour o = 5 et n, = 256
positions). Le taux de reconnaissance global reste supérieur ou égal a 96 %.
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F1G. 4.28 — Initialisation 2 : les deux classes dans les positions 0 et 16 avec leurs trajectoires
(pour o =5 et n, = 256 positions).
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F1G. 4.29 — Initialisation 2 : positions des centres de classes pour les différents états (o0 = 5
et n, = 256 positions).
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F1G. 4.30 — Initialisation 2 : taux de reconnaissance en apprentissage (o =
positions). Le taux de confusion toléré sur une classe est de cf; = 10 %.

Taux de reconnaissance

Taux de reconnaissance
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101

0.4
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5 et n, = 256

1.02 T
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0.95 L

0.4
Temps (un cycle)

0.6

0.8

F1G. 4.31 — Initialisation 2 : taux de reconnaissance en classement (0 = 5 et n, = 256
positions). Le taux de reconnaissance global reste supérieur ou égal a 96 %.
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4.8 Conclusion

Dans ce chapitre, nous avons montré comment des Formes issues de classes dyna-
miques (d’évolutions périodiques) peuvent étre reconnues. Le RPF s’avére étre un for-
malisme adéquat pour la représentation de connaissances dynamiques et en particulier
pour la représentation des différents états d’un systéme de reconnaissance. L’avantage de
I’approche est de permettre de s’affranchir de la modélisation de I’évolution des classes.
Cette évolution est apprise par le RPF.

La construction des fonctions d’appartenance des jetons et des transitions en fonction
d’un ensemble d’apprentissage permet d’anticiper I’évolution des classes, c’est-a-dire, de
prédire I’état du systéme de RAF par un RPF. Ces fonctions ont les propriétés d’étre
non symétriques et de supports différents. Ceci met en évidence ’adaptation du systéme
de reconnaissance a l'application. De plus, la méthode est assez robuste au bruit. Elle
permet la combinaison de classifieurs dans le but d’améliorer les résultats, ce que nous
avons montré par une combinaison simple. On peut résumer les avantages de I’approche
par les 4 points suivants :

—_

. apprentissage de connaissances statiques et dynamiques,
2. application aisée aux classes dynamiques (d’évolutions périodiques),
3. adaptation a I’évolution des classes par la construction de fonctions d’appartenance,

4. possibilité d’analyse du systéme obtenu, a l’aide d’outils mathématiques utilisés
pour 'analyse des réseaux de Petri.

Cependant, la méthode peut aussi étre améliorée par :

— une optimisation des états obtenus lors de la phase d’apprentissage (quels sont les
critéres les mieux adaptés pour décider de 'arrét des itérations),

— une prise en compte d’informations exogénes dans les transitions (informations ne
provenant pas du phénoméne observé mais pouvant influencer les classements),

— une possibilité de gérer plusieurs futurs.
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Sans disposer de plusieurs caractéristiques visuelles d’un objet, telles que celles qui
représentent sa couleur, sa forme et sa luminosité, peut-on identifier I’'objet en ques-
tion ? Il est évident que plus nous en disposons, plus nous avons de chances d’identifier
correctement 1'objet, et ces chances sont d’autant plus grandes que la caractéristique sup-
plémentaire est plus indépendante (décorrélée) de celles dont on dispose déja?’.

Sans nos cing sens, peut-on prendre les "bonnes" décisions? ou entreprendre les
"bonnes" actions 7 ou méme raisonner ? Bonnes ou mauvaises, nos réflexions, nos décisions
et nos actions dépendent de la perception que nous avons de notre environnement et ne
peuvent étre cohérentes avec notre environnement que si nous disposons d’au moins un
de ces cing sens, & moins d’avoir un sixiéme sens ! Puisque nous en disposons de plusieurs,
nos décisions sont-elles prises en fonction de la combinaison de ces sens? Lorsqu’un évé-
nement se produit autour de nous, pour peu que nous n’ayons pas le regard en direction
de cet événement, c’est notre ouie qui nous permet de prendre la premiére décision ; aprés
analyse du bruit (en particulier, sa direction de provenance), il est possible de diriger notre
regard en direction de I’événement. Ensuite, généralement, c’est la perception visuelle qui
permet d’identifier I’événement en tenant compte, éventuellement, du bruit percu aupa-
ravant. Aprés I'ouie, on peut également étre amené a faire un choix, par exemple, entre
diriger notre regard ou palper 'objet en cause. Ce choix peut différer en fonction de la
distance a laquelle ’objet se trouve et/ou en fonction de I'instant considéré. Plus générale-
ment, il s’agit d’adopter une sélection adaptative et/ou une sélection dynamique d’actions
a entreprendre?!. A une échelle plus grande, celle de la Société, en plus de la combinaison
des avis (élections), les décisions ne sont-elles pas prises, souvent, par un processus de
coopération et de sélection entre les différents avis?

N’est-il pas possible d’appliquer ce type de stratégies d’identifications a la RAF en
utilisant une association de classifieurs 7 C’est ce que nous avons tenté d’adopter comme
ligne directrice dans nos travaux, en étudiant et en proposant des Systemes de Classi-
fieurs. Notre premier systéme (3C) met en ceuvre la coopération et la sélection adaptative
de classifieurs. Un systéme effectuant la sélection de classifieurs en fonction du temps est
également proposé au chapitre 4.

2071 n’est donc pas étonnant que 1’on puisse mieux identifier en disposant d’un sens supplémentaire (par
exemple, ’ouie).
21 Dans le cadre de la RdF, ces actions correspondent & des classements de différents types.
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Le doute étant une caractéristique des systémes a apprentissage, il est souvent difficile
de le gérer, en tout cas, avec les méthodes actuelles de gestion des connaissances. Ces
méthodes ne fournissent, en général, que des mesures de "certitude". Par le fait méme
de ne pas tenir compte du "doute" ou de "l’ignorance", ces mesures se disqualifient en
s’entachant d’incertitude. Si la part de doute est ignorée, il est cependant possible de faire
en sorte que son importance relative par rapport aux "certitudes" devienne faible, voire
négligeable. Une maniére d’y parvenir est de consulter les classifieurs qui sont spécialisés
pour le type de décisions a prendre?2. D’otl la nécessité de gérer un ensemble de classifieurs
avec différents types d’associations entre les classifieurs individuels.

Lorsqu’il s’agit de reconnaitre des objets naturels évolutifs, I'indisponibilité de cer-
taines caractéristiques ou de certaines sources, la complexité méme du probléme de re-
connaissance (ou encore le fait qu'un probléme de reconnaissance soit considéré comme
statique & tort) font que, souvent, les classes ont des formes complexes. Pour résoudre
ces problémes, des Systémes de Classifieurs ont été proposés comme une alternative a
la recherche de modeéles de classes de plus en plus complexes. Cependant, la plupart des
systémes proposés ne mettent en ceuvre que la combinaison de classifieurs. Or, cette ap-
proche ne suffit plus.

En effet, la combinaison de classifieurs posséde certaines limites :

— espace de discernement commun entre les différents classifieurs; cette contrainte
oblige les différents classifieurs (en apprentissage et en classement) a traiter une
quantité imposante de données, engendrant un cotit de calcul élevé. Tous les clas-
sifieurs doivent fournir leurs décisions & un module de combinaison et pour avoir
des avis pertinents, chacun d’eux doit gérer la quasi-totalité de ’espace des carac-
téristiques et de représentation. De plus, une approche répartie d’'un Systéeme de
Classifieurs, dans de telles conditions, est contraignante en termes d’échanges d’in-
formations provenant des différents classifieurs. Les techniques de coopération de
classifieurs, en particulier les Systemes de Classifieurs multi-niveaux, peuvent sur-
monter ces deux problémes.

— l'architecture de la prise de décision est rigide et ne permet pas une adaptation du
systéme a son environnement. En particulier, lorsque les classes (ou certaines classes)
traitées sont susceptibles de subir des évolutions temporelles, cette architecture né-
cessite une mise a jour de ’apprentissage de l’ensemble des classifieurs. Réeffectuer
la phase d’apprentissage et dans le cas d’un systéme de classifieurs réparti, celle
d’échanger une importante quantité d’informations, sont des contraintes sévéres. La
sélection spatiale et/ou spatio-temporelle (i.e., en fonction de I'individu & classer
et/ou en fonction de 'individu et du temps) de classifieurs permet de résoudre ces
types de problémes.

Il est donc plus prudent d’utiliser a la fois la combinaison, la coopération et la sélec-

22Dans la vie courante, il est souvent conseillé de ne parler que de ce que 1’on connait.
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tion de classifieurs. L’idéal serait plutot de combiner, de faire coopérer et de sélectionner
de maniére dynamique différents classifieurs. Nous avons mis en ceuvre deux systémes de
reconnaissance mettant partiellement cet idéal en pratique. Le premier met en ceuvre la
combinaison, la coopération et la sélection adaptative de classifieurs. Les performances
de ce systéme diminuent lorsque les trajectoires des classes s’intersectent ou lorsque les
classes comportent de nombreux modes et que ’ensemble d’apprentissage n’est pas suffi-
sant pour les distinguer correctement. Le second met en ceuvre la sélection dynamique et
la combinaison de classifieurs. De plus, il peut facilement étre adapté pour effectuer égale-
ment de la coopération, ce que nous espérons réaliser dans un proche avenir. La limite de
fonctionnement de ce systéme est atteinte lorsque deux ou plusieurs classes évolutives se
chevauchent fortement dans I’espace de représentation, a un instant considéré (croisement
spatio-temporel).

Nos objectifs a court terme sont de tester et d’adapter le premier systéme sur des don-
nées comportant plus de classes (les classifieurs individuels pouvant alors avoir des cadres
de discernements différents). Ensuite, on pourra envisager d’associer ce type de systéme a
certains états générés dans le second systéme (en particulier, lorsqu’il y a chevauchement
des classes). Enfin, le second systéme pourrait étre modifié de maniére & gérer plusieurs
futurs. A partir d’'un état donné, on peut ainsi avoir le choix entre plusieurs autres états,
en tenant compte d’informations exogeénes.

Les Systemes de Classifieurs pourront servir dans les applications & données réparties
car ils sont prédisposés a I'implémentation selon ce type d’architecture. En effet, lorsque
les données distantes sont obtenues avec un haut débit/faible distance, la stratégie de la
combinaison de classifieurs peut étre la plus efficace du fait de sa précision. Lorsqu’elles
sont obtenues selon un débit moyen/distance moyenne, la coopération avec des classi-
fieurs distants peut étre la stratégie la mieux adaptée (possibilité de réduire la quantité
des informations échangées). Enfin, lorsque les données sont obtenues avec un faible dé-
bit/longue distance ou lorsqu’elles peuvent subir des évolutions temporelles, la sélection
de classifieurs distants peut étre la meilleure stratégie.

A long terme, les modes de fonctionnement ou de surcharge des réseaux de télécom-
munications pourraient étre identifiés ou détectés au niveau régional, national et /ou inter-
national. Les récessions économiques ou crises financiéres pourraient étre identifiées et/ou
prédites a partir d'un Systéeme de Classifieurs réparti sur les principales places boursiéres
internationales en exploitant divers indices économiques mesurés régionalement, nationa-
lement ou internationalement.
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Annexe A

Résultats de 'algorithme 3C avec les
données ELENA

A.1 Les données ELENA utilisées

Nous testons 'algorithme 3C sur des classes multimodales et qui se chevauchent. Les
données clouds de le base de données ELENA (programme de recherches ESPRIT 6891)
conviennent trés bien pour nos tests. Ce jeux de données (artificielles) est constitué de
deux classes. La classe ¢; est la somme de trois distributions Gaussiennes différentes :

plefon) = g (252 + 250 o)) (A1)
g e ()

Les valeurs mj, et mj, sont les moyennes de la distribution j selon les caractéristiques

1 et 2 et 01 et 01 sont les écart-types correspondants. Les parameétres sont résumés dans
la Table A.1.

L [ mp [ mya [ ojn [ oo |
1]00]00]02]02
2100200202
3120100210

TAB. A.1 — Paramétres des 3 distributions de la classe ¢.

La classe ¢, est constituée d’une seule distribution Gaussienne :

plofon) = o ean (-5, (A3)
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Annexe A. Résultats de 'algorithme 3C avec les données ELENA

Les données disponibles sur le site ftp anonyme :
ftp.dice.ucl.ac.be, dans le répertoire pub/neural/ELENA /databases,
comportent 2500 individus pour chacune des deux classes. Nous avons utilisé les 200

premiers individus de chaque classe. Les deux classes obtenues sont représentées dans la
figure A.1.

T T
o Classe 1 o
Classe2  x

Caracteristique 2

Caracteristique 1

F1G. A.1 — Les deux classes des données clouds.

A.2 Influence de 'ambiguité

Soit n,, le nombre d’individus classés dans des CCAs lors de la phase de coalescence.
Pour tous les résultats obtenus ci-aprés, le facteur de flou vaut m = 1.5, T'=5 et ¢ = 3.
La Table A.2 montre que le meilleur résultat de classement de I’ensemble d’apprentissage
est obtenu pour @ = 0.7 (a optimal).

lo ] 01 ] 02 ] 03] 04 ] 05] 06 07 ] 09 |
% ] 67.75 [ 81.25 [ 82.50 [ 82.50 | 84.75 | 86.25 | 86.75 [ 86.00
ng || 371 ] 299 | 244 | 182 | 91 [ 40 | 21 0

TAB. A.2 — Influence de « sur le taux de reconnaissance de ’ensemble d’apprentissage
(pour ¢ = 3).
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A.3 Résultats pour a optimal

Les ensembles d’apprentissage des différents classifieurs Bayesiens (au nombre de 3
pour ¢ = 3) sont obtenus par la procédure de coalescence (Fc+2M). Les degrés d’appar-
tenances des individus a ces différents ensembles sont représentés par la figure A.2.

FiGg. A.2 — Degrés d’appartenance maximales parmi les appartenances aux 3 ensembles
d’apprentissage.

Les masses affectées a la classe ¢, sont représentées par la figure A.3. Les frontiéres de
décisions sont mis en évidence dans la figure A.4. Cette valeur de o conduit au meilleur
taux de reconnaissance de ’ensemble d’apprentissage (pour ¢ = 3).

A.4 Compromis entre précision et généralisation

Dans ce cas ci-dessus, la classe ¢ est privilégiée par rapport a ¢, en terme de régions
d’affectations. Les classes sont précisément délimitées par des frontiéres de décisions qui
épousent les formes des classes. Si les individus qui constituent I’ensemble d’apprentis-
sage sont bien représentatifs des classes réelles, cette précision est bénéfique. Dans le cas
contraire, cette précision conduit a une sur-adaptation du systéme a 1’ensemble d’appren-
tissage et privilégie ainsi une des classes sans justification. De maniére générale (si on a
peu ou pas d’informations sur la représentativité de I’ensemble d’apprentissage), il ne faut
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iso-masses - --

Caracteristique 2

2
Caracteristique 1

F1G. A.4 — Régions/frontiéres obtenues pour o = 0.7 (1" = 5). Les régions claires corres-
pondent a la classe 1.
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privilégier aucune classe.

Pour cela, il faut que la moitié de la population soit classée en ambiguité. Ainsi, une
valeur o = 0.38 permet de classer 200 individus dans les classes de rejet d’ambiguité, mais
avec un taux de reconnaissance plus faible (82.5 % sur l’ensemble d’apprentissage). Les
figures A.5 et A.6 représentent alors les iso-masses et les régions obtenues. La derniére
figure peut étre comparée a celle obtenue avec un seul classifieur Bayesien (cf. figure A.7)
pour lequel le premier mode de la classe 1 est complétement ignoré.

iso-masses ------ -

F1G. A.5 — Iso-masses de la classe ¢ pour a = 0.38 (T = 5).

A.5 Résultats sur un ensemble de test

Nous constituons un ensemble de test en sélectionnant les 200 individus suivants de
chaque classe (les 200 premiers ont été utilisés pour apprentissage). Le taux de recon-
naissance global obtenu est de 85,75 %. Des taux plus précis (par classes) sont données
dans la Table A.3. La Table A.4 montre que le résultat obtenu est bien meilleur que celui
d’un seul classifieur (ici, un classifieur Bayesien).
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Caracteristique 2

-4 0 2 4 6 8
Caracteristique 1

F1G. A.6 — Régions/frontiéres obtenues pour o = 0.38 (1" = 5). Les régions claires corres-
pondent & la classe 1.

Caracteristique 2

2 4 6 8
Caracteristique 1

FiG. A.7 — Régions/frontiéres obtenues avec un seul classifieur Bayesien. Les régions
claires correspondent a la classe 1. On constate que le premier mode de la classe 1 est
complétement ignoré.
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L/ I
o1 95.0 | 5.0
b 235 | 76.5

TAB. A.3 — Matrice de confusion sur un ensemble de test (pour ¢ = 3), avec un taux de
reconnaissance global de 85.75 %.

H H Bayes ‘ 3C (¢=3) H
Succés 72.75 85.75
Confusion 27.25 14.25

TAB. A.4 — Comparaison avec le classifieur Bayesien : le mauvais résultat du classifieur
Bayesien vient du fait que la premiére classe comporte 3 modes.
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Annexe B

Robustesse de 'algorithme RCD-RPF

B.1 Robustesse aux chevauchements des classes

Lorsqu’il y a chevauchement des classes de telle maniére que deux classes soient par-
tiellement confondues dans I’espace de représentation, les états générées ne suffisent plus
(pour cela, nous avons translaté de 20 les individus de la classe 1 selon la caractéristique
2). La figure B.1 illustre ce cas (position 156). On remarque bien que le taux de recon-
naissance en apprentissage (figure B.2) est acceptable, mais lorsqu’il s’agit de classer des
individus inconnus, la chute du taux de reconnaissance est assez brutale (le taux devient
parfois inférieur a 70 %, figure B.3). L’algorithme est donc assez sensible aux ambiguités.

Cependant, dans les applications réelles, les formes des classes devraient peu varier
d’une période & une autre (pour une position donnée). Dans ce cas, un algorithme tel
que celui proposé dans la chapitre 3 convient mieux qu’un seul classifieur. Il faudra alors
déterminer des critéres de choix de classifieurs ou de systémes de classifieurs lors de la
génération de chaque nouvel état.

B.2 Robustesse aux évolutions des trajectoires

D’une période a une autre, la trajectoire des classes peut évoluer. L’étude ci-dessous
donne une idée de la robustesse du systéme proposé a ces évolutions. Pour cela, nous
avons translaté (dans la phase de classement) les centres des classes 1 et 2 respectivement
de +5 et de -5 (selon la caractéristique 1, cf. figure B.4).

L’évolution du taux de reconnaissance en apprentissage reste inchangée (figure 4.7),
puisque les individus ayant servis a ’apprentissage sont les mémes que dans I’étude initiale.
Lorsqu’il s’agit de classer des individus inconnus, la confusion augmente du fait qu’il y
a chevauchement partiel des classes sur une partie de la trajectoire. Bien qu’il y ait une
baisse du taux de reconnaissance (jusqu’a devenir inférieur a 80 %, figure B.5), il faut
préciser que relativement aux dispersions des classes (o = 2), la modification effectuée sur
la trajectoire est assez importante.
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120 T T T T T T T
Classe1l +
Classe2  x

110 -

100

80 -

Caracteristique 2

70

60

50

40 I I I I I I I I
20 30 40 50 60 70 80 90 100 110

Caracteristique 1

FiG. B.1 — Les deux classes dans la position initiale et dans la position 156 (avec la
trajectoire de chaque classe).

0.95 |- B

09 B

0.85 |- 4

Taux de reconnaissance

0.7 - o

0.65 |- o

0.6 ! ! ! !
0 0.2 0.4 0.6 0.8 1

Temps (un cycle)

F1G. B.2 — Evolution du taux de reconnaissance en apprentissage lorsqu’il y a chevauche-
ment des classes.
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0.95

09

0.75 |

Taux de reconnaissance

0.7

0.65 1

0.6 ! ! ! !
0 0.2 0.4 0.6 0.8 1

Temps (un cycle)

F1G. B.3 — Evolution du taux de reconnaissance en classement lorsqu’il y a chevauchement
des classes.

120 T T T T T T T
Classel +
Classe 2 x

110

100 -

90

80

Caracteristique 2

70

60

50 |

40 1 1 1 1 1 1 1 1
20 30 40 50 60 70 80 90 100 110

Caracteristique 1

Fi1G. B.4 — Les trajectoires de classes lors de 'apprentissage et lors du classement (+5
et -5 sur la caractéristique 1 de la classe 1 et 2 respectivement). Les deux classes sont
représentées dans la position initiale en apprentissage et en classement.
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0.9 B

0.85 |- B

Taux de reconnaissance

0.8 - B

0.75 ! ! ! !
0 0.2 0.4 0.6 0.8 1

Temps (un cycle)

Fi1Gg. B.5 — Evolution du taux de reconnaissance en classement lorsque les trajectoires
évoluent.
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Abstract

In the field of Pattern Recognition (PR), imperfect information handling is often
carried out by appling several theories dealing with its imprecision, its uncertainty, its
incompletion and/or its contradictions. The decision making would then be influenced by
this imperfection. An alternative to this handling consists of reducing the effect of this
unperfectness by associating several classifiers through several strategies.

Combination is one of the possible strategies for the association of several classifiers.
However, it is also possible to imagine two other strategies : the first one is to involve
several classifiers into cooperation in order to make a final decision, with the possibility
that the decision of a classifier could be influenced by another classifier decision. The
second consists in selecting the decisions of one or several classifiers according to the
situation and/or to time. We propose a classifier system approach which can involve one
or several of these strategies.

In the PR framework, we propose, in this thesis, some approaches and some solu-
tions involving the combination, the cooperation and/or the selection of classifiers strate-
gies, while bearing in mind the temporal aspect of the evolving natural objects features.
Through the study of the static and dynamic aspects of PR, we suggest that to recognize
dynamic classes, there are two possible approaches.

When the trajectories of the classes do not intersect and these classes are multi-modal,
our approach consists of transforming these dynamic classes into static ones. The classes
have then complex shapes. To deal with such classes, an algorithm of classifiers cooperation
is proposed. It involves an unsupervised PR method which is able to carry out an adaptive
classifier selection and several supervised PR methods.

When there are no intersections and the classes evolve in time in a continuous way, the
proposed approach consists in transforming the PR system in a dynamic one. A method,
based on the modelisation of the system states changes with a fuzzy Petri net, is proposed.
The fuzzy specification of these changes allows the prediction of the system states which
are the most adapted to the PR problem, at the involved instant.
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Résumé

Lorsque plusieurs classifieurs sont amenés a concourir & une méme tache de reconnais-
sance, plusieurs stratégies de décisions, impliquant ces classifieurs de différents maniéres,
sont possibles. Une premiére stratégie consiste a décider suite a différents avis : il s’agit
de la combinaison de classifieurs. Une deuxiéme stratégie consiste a utiliser un ou plu-
sieurs avis pour mieux guider d’autres classifieurs dans leurs phases d’apprentissages, et a
utiliser un ou plusieurs avis pour améliorer la prise de décisions d’autres classifieurs dans
la phase de classement : il s’agit de la coopération de classifieurs. Enfin, la troisiéme et
derniére stratégie consiste a privilégier un ou plusieurs classifieurs en fonction de divers
critéres ou en fonction de la situation : il s’agit de la sélection de classifieurs.

L’aspect temporel de la RdF, c’est-a-dire I’évolution possible des classes a reconnaitre,
est traité par la stratégie de la sélection. En étudiant les aspects statiques et dynamiques
de la RdF, nous montrons que pour reconnaitre des classes dynamiques, deux approches
sont possibles. Ces deux approches sont validées sur un ensemble de test.

Dans le cas ou les trajectoires des classes ne s’intersectent pas et que ces classes
sont multimodales, "approche proposée consiste a transformer ces classes dynamiques en
classes statiques. En intégrant I’évolution de ces classes dans le temps, les classes obtenues
deviennent alors complexes. Pour traiter ce type de classes, un algorithme de coopération
des classifieurs est proposé. Il met en ceuvre, d’une part, une méthode de classification
non-supervisée effectuant une sélection adaptative de classifieurs et, d’autre part, plu-
sieurs méthodes de RdAF supervisées.

Lorsqu’il n'y a pas d’intersection et que les classes évoluent de maniére continue dans
le temps, ’approche proposée consiste a rendre dynamique le systéme de RdF. Une mé-
thode, fondée sur la modélisation des changements d’états du systéme par un réseau de
Petri flou, est proposée. La méthode permet de prédire le ou les états du systéme les
mieux adaptés au probléme de RAF, a I'instant considéré.

Discipline : Informatique
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