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� Commence par faire le nécessaire, puis fais ce qu’il est possible de faire
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Je remercie les départements de mathématiques appliquées et informatique, et tout

particulièrement ses doctorants et stagiaires pour tous ces longs repas, ces sorties (resto,

ski, café Leffe, barbecue, Porquerolles, merci de m’avoir légué ”justice” alors qu’elle était
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Laure, Thomas, Vincent, Marc, Arnaud, Régis, Lun, Frank, Simone, Marius...

J’ai une pensée particulière pour tout le département réservoir, notamment ses doc-
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Résumé : L’optimisation intervient dans de nombreuses applications IFPEN, notam-

ment dans l’estimation de paramètres de modèles numériques à partir de données en

géosciences ou en calibration des moteurs. Dans ces applications, on cherche à minimi-

ser une fonction complexe, coûteuse à estimer, et dont les dérivées ne sont pas toujours

disponibles. A ces difficultés s’ajoutent la prise en compte de contraintes non linéaires et

parfois l’aspect multi-objectifs. Au cours de cette thèse, nous avons développé la méthode

SQA (Sequential Quadradic Approximation), une extension de la méthode d’optimisa-

tion sans dérivées de M.J.D. Powell pour la prise en compte de contraintes à dérivées

connues ou non. Cette méthode est basée sur la résolution de problèmes d’optimisation

simplifiés basés sur des modèles quadratiques interpolant la fonction et les contraintes sans

dérivées, construits à partir d’un nombre limité d’évaluations de celles-ci. Si la résolution

de ce sous-problème ne permet pas une progression pour l’optimisation originale, de nou-

velles simulations sont réalisées pour tenter d’améliorer les modèles. Les résultats de SQA

sur différents benchmarks montrent son efficacité pour l’optimisation sans dérivées sous

contraintes. Enfin, SQA a été appliqué avec succès à deux applications industrielles en

ingénierie de réservoir et en calibration des moteurs. Une autre problématique majeure en

optimisation étudiée dans cette thèse est la minimisation multi-objectifs sous contraintes.

La méthode évolutionnaire Multi-Objective Covariance Matrix Adaptation, adaptée à la

prise en compte des contraintes, s’est révélée très performante dans l’obtention de com-

promis pour la calibration des moteurs.

Mots clés : optimisation sans dérivées, optimisation sous contraintes, méthode de

région de confiance, optimisation multi-objectifs, algorithme évolutionnaire, caractérisa-

tion de réservoir, calage historique de données sismiques et de production, calibration

moteur.
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Abstract : Optimization takes place in many IFPEN applications : for instance esti-

mation of parameters of numerical models from experimental data in geosciences or for

engine calibration. These optimization problems consist in minimizing a complex func-

tion, expensive to estimate, and for which derivatives are often not available. Moreover,

additional difficulties arise with the introduction of nonlinear constraints and even several

objectives to be minimized. In this thesis, we developed the SQA method (Sequential Qua-

dratic Approximation), an extension of a derivative-free optimization method proposed

by M.J.D Powell for optimization with constraints with known or unknown derivatives.

This method consists in solving optimization sub-problems based on local quadratic inter-

polation models of objective function and derivative-free constraints built with a limited

number of function evaluations. If the solution of this sub-problem does not progress

toward a solution of the original problem, new simulations are performed to try to im-

prove the model quality. Numerical results on benchmarks show that SQA is an effective

method for constrained derivative-free optimization. Finally, SQA has been tested with

success on two industrial applications in reservoir engineering and in engine calibration.

An other problem studied in this thesis is multi-objective minimization under constraints.

The MO-CMA-ES method (Multi-Objective - Covariance Matrix Adaptation - Evolution

Strategy) adapted to take into account constraints has been successful to determine dif-

ferent compromises for an engine calibration application.

Keywords : Derivative-free optimization, constrained optimization, trust region me-

thod, multi-objvective optimization, evolutionary algorithm, reservoir characterization,

history matching, engine calibration.
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venant d’un simplexe . . . . . . . . . . . . . . . . . . . . . 33
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2 Optimisation sans dérivées : méthodes de région de confiance 45
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3 Mise à jour de l’échantillon unisolvant . . . . . . . . . . . . . . . . . . . . . 60
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1 Sélection multi-objectifs . . . . . . . . . . . . . . . . . . . . . . . . . . . . 172
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(g)
k : . . . . . . . . . . . 179

2.2.2 Adaptation de la matrice de covariance C
(g)
k : . . . . . . . 180

3 L’algorithme MO-CMA-ES . . . . . . . . . . . . . . . . . . . . . . . . . . . 182

4 Cadre des tests . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 184

4.1 Nombre d’exécutions et critère d’arrêt . . . . . . . . . . . . . . . . 184

4.2 Evaluation de la performance d’un algorithme d’optimisation multi-

objectifs . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 184

9



TABLE DES MATIÈRES
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2 Problèmes bruités . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 237
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4.3 Profils de données pour les problèmes lisses du benchmark sous contraintes

de bornes de taille inférieure à 13 pour différentes précisions τ . . . . . . . 105
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4.6 Profils de performances pour les problèmes bruités du benchmark sous
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τ . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 108
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1.2 Méthode de recherche directe directionnelle . . . . . . . . . . . . . . . . . . 26
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Introduction

Au cours des XVIIe et XVIIIe siècles, les Mathématiques ont connu un essor sans

précédent avec la naissance du calcul infinitésimal et l’analyse algébrique. La commu-

nauté scientifique a alors commencé à chercher à représenter le monde réel au travers

de formalismes mathématiques. La fonction devient un objet d’étude à part entière et

se définit comme une combinaison d’opérations à partir de variables et d’éventuels pa-

ramètres constants. L’introduction de fonctions toujours plus complexes pour décrire les

processus et les prévoir a conduit naturellement au développement de l’optimisation.

Cette branche des mathématiques a pour but de rechercher des valeurs de paramètres

qui minimisent/maximisent une ou plusieurs fonctions objectif. On appelle fonction ob-

jectif, une fonction servant de critère pour déterminer la meilleure solution à un problème

d’optimisation. On la dénommera de façon générique par f dans cette introduction. Les

méthodes d’optimisation initiales basées sur l’évaluation directe des valeurs de f ont été

grandement améliorées par l’utilisation des dérivées de différents ordres de f . En effet

ces fonctions sont porteuses d’informations très utiles quand on cherche à optimiser f .

Ainsi il est généralement connu que, dans le cas de fonctions continues et différentiables,

la recherche d’un minimum local passe par la résolution de l’équation dérivée première

de f égale à zéro. Cependant, il existe de nombreux cas où les gradients de f ne sont pas

disponibles ou sont inutilisables ; pourtant, l’optimisation de f reste un but à atteindre.

La fonction objectif peut également être appelée bôıte noire quand aucune information

autre que la valeur en un point de celle-ci n’est accessible. De plus, l’évaluation de cette

fonction objectif, au travers de mesures ou de simulations numériques est coûteuse. Ce

coût, de nature financière, temporelle, humaine ou une combinaison des trois, implique

un crédit d’évaluations limité lors de l’optimisation.

C’est pourquoi une nouvelle classe de méthodes a vu le jour, celle de l’optimisation

sans dérivées. De nombreux domaines d’application sont en demande constante de nou-

velles méthodes d’optimisation sans dérivées du fait principalement de la complexité tou-

jours croissante des modélisations mathématiques et des moyens de calcul toujours plus

puissants. De plus, la formulation des problèmes d’optimisation provenant de l’ingénierie

nécessite la prise en compte de nombreuses contraintes. Celles-ci peuvent être formulées,

mais également être calculées par la même bôıte noire que l’évaluation de la fonction ob-

jectif, qui ne fournit pas les dérivées, nommées par la suite contraintes sans dérivées, com-
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plexifiant encore la résolution des problèmes. Par conséquent, l’optimisation sans dérivées

ainsi que la prise en compte de contraintes sont actuellement des domaines de recherche

en plein essor et constituent des enjeux importants en ingénierie.

L’optimisation sans dérivées sous contraintes est le sujet principal de ce mémoire

de thèse. Les domaines d’application sont très nombreux et variés, allant du calibrage

des pales d’un hélicoptère afin de minimiser les vibrations [18], jusqu’à la résistance des

véhicules au crash [172]. Il serait évidemment illusoire de croire que l’optimisation sans

dérivées puisse résoudre tous les problèmes actuels d’optimisation. Ces méthodes ont

également leurs limites, notamment lorsque le nombre de variables devient très important

(typiquement supérieur à une centaine) ou que la fonction possède de nombreux minima

locaux. Il est donc important de garder à l’esprit qu’à partir du moment où les gradients

de f sont disponibles et/ou que les fonctions sont lisses et peu bruitées, il n’est pas

conseillé d’utiliser les méthodes d’optimisation sans dérivées qui s’avèreront plus coûteuses

en temps de calcul. Ces méthodes sont donc à privilégier pour des cas plus complexes où

les coûts de calcul des gradients deviennent prohibitifs par exemple et où le nombre de

paramètres restent inférieur à cent.

Ce mémoire de thèse s’articule autour du développement et de l’amélioration de

méthodes d’optimisation sans dérivées.

Il est construit en deux parties distinctes intitulées respectivement optimisation sans

dérivées (partie I) et optimisation multi-objectifs sans dérivées (partie II).

La partie I comporte quatre chapitres. Le chapitre 1 présente un état de l’art exhaus-

tif des différentes méthodes d’optimisation permettant de minimiser une fonction coûteuse

à évaluer dont les dérivées ne sont pas disponibles. Le chapitre 2 s’intéresse plus parti-

culièrement à une méthode de région de confiance utilisant un modèle simple de la fonction

objectif local afin de diriger l’optimisation. Au cours du chapitre 3, nous proposons une

méthode d’optimisation de ce type permettant la prise en compte de contraintes, exten-

sion de la méthode proposée par Powell [139, 140]. Nous appellerons cette méthode SQA

(Sequential Quadratic Approximation) dans la suite de ce mémoire. Enfin le chapitre 4

présente les résultats obtenus avec cette méthode sur des benchmarks d’optimisation sous

contraintes. Une application de calage d’historique et une approche de calcul d’incertiture

de production sont abordées. Puis le principe de la calibration des moteurs est décrit en

détails ainsi que les problèmes d’optimisation associés. Enfin, les résultats obtenus sur ces

applications dans les domaines de l’ingénierie de réservoir et des moteurs sont exposés.

Ces résultats sont comparés avec les résultats obtenus par d’autres méthodes, décrites

brièvement dans l’état de l’art du chapitre 1.

La partie II est organisée en trois chapitres. Le chapitre 5 pose les différents

problèmes inhérents à l’optimisation multi-objectifs ainsi que les différentes approches

existantes. Le chapitre 6 est centré sur l’algorithme MO-CMA-ES (Multi-Objective -

Covariance Matrix Adaptation - Evolution Strategy), un algorithme évolutionnaire multi-

objectifs, proposé par Hansen [85]. Enfin le chapitre 7 de la partie II présente la for-
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mulation multi-objectifs du problème de calibration des moteurs. La méthode de prise en

compte des contraintes employée sur cette application moteur est décrite, ainsi que les

résultats obtenus en optimisation multi-objectifs. Les résultats sont ensuite comparés à

ceux obtenus avec une méthode mono-objectif approchant le problème par une fonction

d’agrégation linéaire des objectifs visés.

Sept annexes ont été ajoutées à la fin du manuscrit. Dans l’annexe A les notions de

profils de performance et de profils de données sont présentées. La méthode de mise à

jour Quasi-Newton fait l’objet de l’annexe B. Dans l’annexe C les résultats généraux

de l’optimisation avec contrainte sont présentés. L’optimisation globale par krigeage est

décrite dans l’annexe D. Un descriptif exhaustif de l’initialisation de la méthode SQA est

présenté en annexe E. Les profils de performance et les profils de données obtenus sur le

benchmark, proposé par Moré et Wild [121], sous contraintes de bornes de taille inférieure

à 13 sont analysés et comparés dans l’annexe F. Enfin des rappels sur la distribution

normale à une et à N dimension(s) sont présentés en annexe G.
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Optimisation sans dérivées
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Chapitre 1
Etat de l’art

Ce chapitre fournit un aperçu des méthodes d’optimisation sans dérivées (DFO : ”De-

rivative Free Optimization” [34, 135, 141]) pour résoudre

min
x∈Rn

f(x). (1.1)

Dans le cadre d’une optimisation sans dérivées, on suppose que les gradients de la fonction

f ne sont pas disponibles (trop coûteux à calculer ou non calculables). De plus, le calcul

de f résultant d’une mesure physique, chimique ou économique, d’une simulation, de

la résolution d’un système d’équations, d’une équation aux dérivées partielles, peut être

coûteux.

Ainsi, ces méthodes d’optimisation sans dérivées utilisent exclusivement les évaluations

de la fonction objectif lors de leur déroulement. Ce sont de bonnes alternatives aux

méthodes classiques d’optimisation substituant les gradients de la fonction objectif par

des approximations par différences finies, par exemple, qui nécessitent le choix difficile en

pratique d’une valeur de la perturbation à appliquer.

Nous présentons tout d’abord les méthodes de recherche directe : la méthode du Sim-

plexe de Nelder-Mead et la méthode de Pattern Search qui comparent toutes les deux les

valeurs de la fonction aux points évalués pour se déplacer suivant des critères géométriques.

Ensuite les méthodes d’échantillonnage ou métaheuristiques (incluant les algorithmes

évolutionnaires) sont présentées, ceux-ci utilisent la notion de sélection naturelle introduite

au XIX ème siècle par Darwin et l’appliquent à une population de solutions potentielles

au problème de minimisation.

Puis, l’optimisation à l’aide de modèles de substitution de la fonction objectif est

présentée. Cette idée semble intéressante puisqu’elle remplace l’optimisation de la fonction

objectif par l’optimisation moins coûteuse d’un modèle de substitution.

Enfin, les méthodes hybrides sont également exposées. Ces méthodes associent géné-

ralement deux méthodes différentes pour résoudre ce problème d’optimisation.

Nous concluons ce chapitre par une discussion sur les avantages et inconvénients des

méthodes décrites.
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1. Etat de l’art

1 Recherche directe

Les méthodes de recherche dites ”directe” sont des méthodes de DFO qui échantillon-

nent la fonction objectif en un nombre fini de points à chaque itération et décident des

évaluations suivantes à partir de ces évaluations sans aucune approximation des dérivées

ni aucun modèle de la fonction. Ces méthodes peuvent être classées en deux catégories : les

méthodes basées sur un simplexe et des opérations sur ce simplexe (réflexion, expansion

ou contraction) comme la méthode de Nelder-Mead [124] et les méthodes de recherche

directe guidées par un ensemble de directions.

1.1 Méthode du simplexe de Nelder-Mead

La première méthode du simplexe a été proposée par Spendley et al en 1962 [161]. En

1965, la méthode de minimisation de Nelder-Mead [124] ou méthode du simplexe est basée

sur la comparaison des valeurs de la fonction aux n + 1 sommets d’un simplexe général

Y = {y0, y1, ..., yn} : f(y0) ≤ f(y1) ≤ ... ≤ f(yn). Le simplexe se modifie à travers des

opérations de réflexion, d’expansion ou de contraction (cette dernière peut être intérieure

ou extérieure), en remplaçant le sommet associé à la plus grande valeur de la fonction

coût yn par un autre point de la droite passant par yn et yc : y = yc+δ(yc−yn), δ ∈ R, où

yc =
∑n−1

i=0 y
i/n est le barycentre des n meilleurs points. Les valeurs de δ indiquent le type

de l’itération. Les choix standards pour ces coefficients sont : δr = 1 pour la réflexion,

δe = 2 pour l’expansion, δci = −1/2 et δce = 1/2 pour les contractions intérieures et

extérieures. Nous représentons ces différentes situations sur la figure 1.1 (cas n = 2).

Si aucun des points évalués ne réduit la fonction objectif, le simplexe est réduit en y0,

tous les sommets de Y excepté y0 sont remplacés par y0 +γs(yi−y0), i = 1, ..., n, γs = 1/2

(voir figure 1.1).

Figure 1.1 – Représentation du simplexe de Nelder-Mead y0, y1, y2 sont tels que f(y0) ≤
f(y1) ≤ f(y2)
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Algorithme 1.1 Méthode de Nelder-Mead

· Initialisation : Choix d’un simplexe de sommets Y0 = {y0
0, y

1
0, ..., y

n
0 }. Evaluer f en

ces points. Choisir les constantes : 0 < γs < 1, −1 < δic < 0 < δoc < δr < δe.

· Tant que le diamètre diam(Y ) du simplexe Y n’atteint pas ∆tol :

(1) Y = Yk

(2) Ranger les n+1 sommets Y = {y0, y1, ..., yn} tel que f 0 = f(y0) ≤ f 1 = f(y1) ≤
... ≤ fn = f(yn).

(3) Réflexion : Réfléchir le plus mauvais sommet yn sur le barycentre yc =∑n−1
i=0 yi/n des sommets restants : yr = yc + δr(yc − yn). Evaluer f r = f(yr).

Si f 0 ≤ f r < fn−1, le point réfléchi yr remplace yn et l’itération est terminée :

Yk+1 = {y0, y1, ..., yn−1, yr}.
(4) Expansion : Si f r < f 0, le point d’expansion ye = yc + δe(yc − yn) est évalué

f r = f(yr). Si f e ≤ f r, le point d’expansion ye remplace yn et l’itération est

terminée : Yk+1 = {y0, y1, ..., yn−1, ye}. Autrement, le point réfléchi yr remplace

yn et l’itération est terminée : Yk+1 = {y0, y1, ..., yn−1, yr}.
(5) Contraction : Si f r ≥ fn−1, une contraction est effectuée entre yr ou yn suivant

la plus petite valeur de f(yr) et f(yn).

(a) Contraction extérieure : Si f r < fn, le point de contraction extérieure

yce = yc + δce(yc − yn) est évalué f ce = f(yce). Si f ce ≤ f r, le point de

contraction extérieure yce remplace yn et l’itération est terminée : Yk+1 =

{y0, y1, ..., yn−1, yce}. Autrement une réduction du simplexe est effectuée.

(b) Contraction intérieure : Si f r ≥ fn, le point de contraction intérieure

yci = yc + δci(yc − yn) est évalué f ci = f(yci). Si f ci < fn, le point de

contraction intérieure yci remplace yn et l’itération est terminée : Yk+1 =

{y0, y1, ..., yn−1, yci}. Autrement une réduction du simplexe est effectuée.

(6) Réduction : Evaluer f aux n points y0 = γs(yi − y0), i = 1, ..., n, et rem-

placer y1, ..., yn par ces nouveaux points et l’itération est terminée : Yk+1 =

y0, y1, ..., yn−1, ye. Autrement, le point réfléchi yr remplace yn et l’itération est

terminée : Yk+1 = {y0 + γs(yi − y0), i = 0, ..., n}.

La méthode s’arrête lorsque le diamètre du simplexe Y de sommets y0, y1, ..., yn :

diam(Y ) = max0≤i<j≤n‖yi − yj‖ est réduit jusqu’à ∆tol.

Cette méthode est très simple à implémenter, ce qui constitue son principal avantage.

Les inconvénients de cette méthode sont la prise en compte de contraintes non linéaires qui

n’est pas forcément évidente ainsi que le nombre élevé d’évaluations de la fonction objectif

nécessaires lors de chaque itération. En effet, 1, 2 ou n+ 2 évaluations par itération sont

effectuées, cette méthode est donc efficace lorsque la dimension de l’espace des variables

est peu élevée. De plus, le choix du simplexe initial n’est pas évident et le résultat de

l’optimisation en dépend fortement.
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1.2 Recherche directe directionnelle

Les méthodes de recherche directe directionnelle utilisent un ensemble de directions

avec des propriétés appropriées pour guider l’optimisation.

1.2.1 Pattern Search

Algorithme 1.2 Méthode de recherche directe directionnelle

· Initialisation : Choix de x0, α0 > 0, 0 < β1 ≤ β2 < 1 et γ ≥ 1. Soit D un ensemble

formant une base positive.

· Tant que le diamètre αk ≥ αtol :

(1) Etape de recherche : Essayer de calculer un point qui vérifie f(x) < f(xk) en

évaluant la fonction objectif en un nombre fini de points. Si un point est trouvé,

xk+1 = x, l’itération et l’étape de recherche sont réussies et l’étape de sondage

est passée.

(2) Etape de sondage : Choisir une base positive Dk à partir de l’ensemble D.

Ranger l’ensemble des points du sondage Pk = {xk +αkd/d ∈ Dk}. Démarrer les

évaluations de f aux points de sondage suivant l’ordre choisi. Si un point sondé

xk +αkdk vérifie f(xk +αkdk) < f(xk), le sondage est stoppé, xk+1 = xk +αkdk,

l’itération et l’étape de sondage sont réussies. Sinon, l’itération (et l’étape de

sondage) échoue et xk+1 = xk.

(3) Mise à jour du maillage : Si l’itération est réussie, le pas du maillage est

maintenu ou augmenté : αk+1 ∈ [αk, γαk]. Autrement, réduire le pas du maillage :

αk+1 ∈ [β1αk, β2αk].

Les méthodes de type Pattern Search ont été introduites pour la recherche directe

par Hooke et Jeeves [90]. Les papiers de Torczon [162, 163] sont une référence pour ces

méthodes. Nous décrivons maintenant une méthode de recherche directe directionnelle

basée sur la méthode de ”pattern-search” de [3]. A chaque itération, xk est le point courant

et αk la valeur courante pour le pas d’échantillonnage ou le pas du maillage. L’objectif

de l’itération k est de déterminer l’itération suivante xk+1 telle que f(xk+1) < f(xk).

Celle-ci s’effectue en deux phases : la phase de recherche ou ”search step” et la phase

de sondage ou ”poll step”. L’étape de recherche est optionnelle, elle consiste à évaluer la

fonction objectif en un nombre fini de points. Ces points sont choisis arbitrairement mais

un modèle de substitution de f (voir section 4 de ce chapitre) pourrait être utilisé afin

d’améliorer l’efficacité de la méthode de recherche directe. Cette étape est réussie si un

nouveau point xk+1 vérifie f(xk+1) < f(xk). L’étape de sondage est effectuée seulement si

l’étape de recherche a échoué. Elle consiste en une recherche locale autour de l’itération

courante : la fonction f est évaluée aux points de l’ensemble Pk = {xk+αkd/d ∈ D} (base

positive D qui permet de définir les directions de recherche de la méthode) afin de trouver

un point de Pk qui réduit la valeur de la fonction objectif f . Pk est appelé l’ensemble des

points du sondage et D est l’ensemble des directions du sondage. Cette étape de sondage
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est réussie lorsqu’un nouveau point xk+1 ∈ Pk vérifie f(xk+1) < f(xk). Si l’étape ne

parvient pas à produire un point dans Pk où la fonction objectif est inférieure à f(xk),

l’itération k est infructueuse, alors le pas du maillage αk est réduit. Lorsque l’itération est

réussie (une des deux étapes fait décrôıtre la fonction objectif f), le pas de la grille αk est

inchangé ou augmenté. Cette classe de méthode est décrite dans l’algorithme 1.2.

Figure 1.2 – Dix premières itérations de coordinate search (pattern search sans l’étape de

recherche, ni d’ordre sur le choix des points dans la base D = D⊕ = [e1 · · · en−e1 · · ·−en])

Cette méthode est une généralisation de la méthode de ”coordinate search” ou ”com-

pass search” de [21, 20] qui utilise la base positive maximale D = D⊕ = [e1 · · · en −
e1 · · · − en] sans l’étape de recherche (avec les paramètres de l’algorithme 1.2 suivants :

β1 = β2 = 1/2 et γ = 1 ou 2). La recherche est effectuée le long d’une grille de pas αk,

le pas est réduit lorsqu’il ne permet pas de trouver un point pour lequel la fonction est

inférieure au minimum courant (voir la figure 1.2). En effet, pour chaque αk les points

évalués sont restreints aux points de la grille régulière de pas αk autour de xk. Ainsi, le

nombre de points de la grille évalués est fini dans une région bornée de Rn. Les conditions

pour réduire αk dépendent de l’ensemble généré D⊕k
à l’itération courante k. Soit xk le

meilleur point de l’itération k, c’est-à-dire le point évalué de la grille courante qui cor-

respond à la plus petite valeur de fonction objectif. Si un point de l’ensemble D⊕ vérifie

f(xD⊕k
) < f(xk) alors xk+1 = xD⊕ , sinon, xk+1 = xk et αk est réduit de moitié pour la

prochaine itération.

Une mine d’informations sur les méthodes ”pattern search”, dont un développement

permettant de prendre en compte des contraintes, se trouve dans l’article de Kolda, Lewis

et Torczon [108] (2003).

Les méthodes de pattern search ont l’avantage de pouvoir être parallélisées facilement,

mais sont coûteuses en nombre d’évaluations de la fonction objectif.
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1.2.2 Méthode de recherche multi-directionnelle (MDS)

Figure 1.3 – Méthode de recherche multi-directionnelle à base d’un simplexe

La méthode de recherche multi-directionnelle [47] est une méthode de recherche direc-

tionnelle qui utilise un simplexe. Comme pour la méthode de Nelder-Mead, MDS démarre

avec un simplexe de n+ 1 sommets Y = {y0, y1, ..., yn}. Chaque itération est centrée sur

le sommet de simplexe y0 qui correspond à la valeur de la fonction objectif la plus faible

(au contraire de Nelder-Mead qui se focalise sur le sommet qui correspond à la valeur

de fonction objectif la plus grande). Ensuite un simplexe est construit par une symétrie

centrale des yi, i = 1, n par rapport à y0 (voir figure 1.3). Si une meilleure valeur de la

fonction objectif est obtenue, une extension du simplexe est effectuée dans la même di-

rection que le simplexe pivoté et l’itération suivante recommencera à partir du meilleur

simplexe pivoté ou étendu. Par contre si la meilleure valeur de fonction objectif obtenue

par le simplexe pivoté n’est pas inférieure à f(y0), une étape de réduction du simplexe

est effectuée comme pour Nelder-Mead et l’itération suivante recommencera à partir du

simplexe réduit.

Cette méthode, contrairement à la méthode du simplexe de Nelder-Mead, explore

plusieurs directions, permettant une recherche moins précise dans la direction de descente,

ce qui peut être intéressant étant donné le peu d’informations recueillies sur la fonction

objectif à minimiser. Une démonstration de la convergence globale de cette méthode est

disponible dans [162, 34, 33].

1.2.3 Méthodes de directions conjuguées

La recherche directe ne se limite pas à des méthodes directionnelles basées sur un

ensemble fixé de directions. En réalité, certaines des premières méthodes directes de re-

cherche directionnelle modifient les directions de recherche à la fin de chaque itération

en combinant un ensemble de directions préalablement calculées. Ces méthodes avec des

ensembles adaptatifs de directions de recherche ont été proposées par Rosenbrock [150]

et Powell [129, 135] qui utilisent des directions conjuguées. Celles-ci tentent d’accélérer
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la recherche en construisant des directions à partir d’informations sur la courbure de la

fonction objectif recueillies au cours de la recherche. Une approche récente a été poursui-

vie par Frimannslund et Steihaug [69] par rotation de l’ensemble de directions basée sur

les informations de courbure extraites des valeurs de la fonction.

Cette méthode est l’une des premières à utiliser l’information de courbure obtenue au

cours des itérations.

2 Métaheuristiques ou méthodes d’échantillonnage

Les méthodes de recherche par échantillonnage pour l’optimisation, aussi appelées

métaheuristiques, ou optimisation probabiliste, consistent à échantillonner l’espace des

solutions admissibles. Elles sont souvent inspirées par des systèmes naturels provenant

de la physique (cas du recuit simulé), de la biologie (cas des algorithmes génétiques ins-

pirés de la théorie de l’évolution) ou encore de l’éthologie (cas des algorithmes de co-

lonies de fourmis ou de l’optimisation par essaims particulaires). Les métaheuristiques

sont généralement des algorithmes stochastiques itératifs, qui progressent vers un opti-

mum global par échantillonnage d’une fonction objectif. Elles se comportent comme des

algorithmes de recherche, tentant d’apprendre les caractéristiques d’un problème afin de

trouver une approximation de la meilleure solution.

2.1 Algorithme évolutionnaire

Contrairement aux méthodes présentées dans les sections précédentes, les algorithmes

évolutionnaires sont des algorithmes d’optimisation globale. Ce sont des processus itératifs

faisant évoluer un ensemble de points de façon à explorer efficacement l’espace de re-

cherche. Ceci est un avantage par rapport aux algorithmes � classiques � d’optimisa-

tion, méthodes de gradient, méthodes de Gauss-Newton, méthodes de quasi-Newton (ex :

BFGS), qui sont des algorithmes de recherche locale pouvant converger vers un optimum

local. Ainsi lorsque le nombre de minima locaux est grand, les algorithmes évolutionnaires

sont plus efficaces qu’une méthode multi-start (plusieurs optimisations avec différentes ini-

tialisations) à base de méthodes locales. D’autre part, contrairement aux méthodes quasi-

newtoniennes, les algorithmes évolutionnaires ne nécessitent pas d’hypothèse de régularité

sur la fonction objectif.

Les algorithmes évolutionnaires s’inspirent des mécanismes de sélection naturelle in-

troduite par Darwin ([38] théorie de l’évolution). Précisément, les individus les mieux

adaptés à l’environnement ont tendance à vivre assez longtemps et à se reproduire, alors

que les plus faibles ont tendance à disparâıtre.

Par analogie avec l’évolution naturelle, un algorithme évolutionnaire est un proces-

sus itératif faisant évoluer un ensemble de solutions candidates, appelé � population �,

composé d’� individus � représentant des solutions possibles du problème d’optimisation.

Au cours de chaque itération, appelée � génération �, la performance des individus ap-

pelés � parents � est évaluée à l’aide de la fonction objectif. Les meilleurs individus sont
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sélectionnés pour être � géniteurs �, puis subissent des croisements et des mutations afin

de diversifier la population. Les individus créés (� enfants �) forment une nouvelle po-

pulation pour la génération suivante après remplacement des anciens individus par les

nouveaux. Le processus se poursuit de génération en génération jusqu’à ce qu’un critère

d’arrêt soit satisfait (ex. : nombre maximal de générations ou d’évaluations de la fonction

coût).

Figure 1.4 – Principe général d’un algorithme évolutionnaire

Un algorithme évolutionnaire repose sur l’application des trois opérateurs de sélection,

de croisement, et de mutation sur une population d’individus (voir figure 1.4). Ces métho-

des ont été appliquées pour résoudre de nombreux problèmes réels, mais sont toutefois

coûteuses en nombre d’évaluations de la fonction objectif.

Les algorithmes évolutionnaires sont composés de quatre grandes familles d’algo-

rithmes [175, 96] : les stratégies d’évolutions, proposées par I. Rechenberg [144], la pro-

grammation évolutionnaire conçue par Fogel et al, la programmation génétique et les

algorithmes génétiques [89, 75].

La stratégie d’évolution de Hansen [87, 86, 88, 36], le CMA-ES (Covariance Matrix

Adaptation Evolution Strategy), est un algorithme d’optimisation globale très perfor-

mant notamment dans le cas de fonctions non linéaires à paramètres continus pouvant

présenter de nombreux optima locaux. De plus, elle ne nécessite pas d’hypothèse de

régularité sur la fonction objectif à optimiser. Une version multi-objectifs de cet algo-

rithme existe également, celle-ci appelée MO-CMA-ES [85] (Multi-Objective - Covariance

Matrix Adaptation - Evolution Strategy) permet d’obtenir l’intégralité du front de Pareto,

et se révèle particulièrement efficace pour l’optimisation sous contraintes [109, 111, 112].

Cette méthode sera décrite en détail dans le chapitre 6.
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2.2 Recuit simulé

Le recuit simulé (simulated annealing [105, 135]) est une méthode d’optimisation glo-

bale inspirée d’un processus utilisé en métallurgie. La méthode d’optimisation considère

chaque point x de l’espace de recherche comme l’état d’un système physique et la fonction

objectif f(x) comme l’énergie de cet état. L’objectif est de mettre le système d’un état

arbitraire à un état à énergie la plus faible possible. L’algorithme génère une suite de

solutions (xn) comme suit : soit xn la solution à l’itération n. Une nouvelle solution yn
est générée aléatoirement dans un voisinage de xn. Le critère de choix du nouveau point

yn est la règle de Boltzmann définie comme suit :

xn+1 =





yn si f(yn) ≤ f(xn),

yn si f(yn) > f(xn) avec la probabilité e
f(xn)−f(yn)

tn ,

xn autrement,

(1.2)

où tn est la température : un paramètre positif qui tend vers zéro. L’objectif de l’échan-

tillonnage par le critère de choix de Boltzmann de la nouvelle solution yn est d’éviter

de rester coincé dans un optimum local. En pratique, la suite tn doit être une suite

décroissante permettant que la probabilité d’accepter une mauvaise solution décroisse

au cours des itérations. Les résultats de convergence requièrent que cette suite décroisse

lentement vers zéro pour échapper aux minima locaux. L’inconvénient majeur de ce type

de méthode est le réglage du paramètre de température tn.

2.3 Autres métaheuristiques

De nombreuses autres métaheuristiques peuvent être utilisées pour l’optimisation sans

dérivées de fonction continue comme les algorithmes d’optimisation par essaims particu-

laires ([104] particle swarm) et les algorithmes de colonies de fourmis ([25, 53] ant colony

optimization) implémentés tout d’abord pour l’optimisation combinatoire et adaptés en-

suite pour l’optimisation continue [15].

Ces classes de méthodes permettent d’effectuer une optimisation globale de la fonction

objectif, et peuvent facilement être parallélisées. En revanche, le nombre d’évaluations

nécessaires au fonctionnement de ces méthodes étant élevés, ces méthodes deviennent

vite problématiques pour des problèmes de taille moyenne.

3 Optimisation à l’aide de modèles de substitution

L’utilisation de modèles de substitution du gradient de la fonction objectif ou/et de la

fonction objectif elle-même permet de tirer un maximum d’informations sur la fonction

objectif à partir des évaluations précédemment effectuées. Nous répartissons donc l’op-

timisation à base de modèle de substitution en deux classes : les méthodes utilisant des

modèles du gradient de la fonction objectif et les méthodes utilisant un modèle de celle-ci.
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3.1 Modèles des gradients de la fonction objectif

Concernant l’optimisation avec utilisation des gradients de la fonction objectif, il est

important de rappeler que dans le cadre de l’optimisation de fonction coûteuses en prove-

nance d’un modèle bôıte noire, la différentiation automatique ne peut pas être utilisée car

le code de calcul de la fonction objectif n’est pas disponible. Néanmoins, si cette méthode

peut être utilisée, nous notons qu’elle peut rencontrer des difficultés lorsque la fonction

objectif est bruitée.

3.1.1 Approximations des gradients pour les méthodes classiques

La construction de modèles de substitution des dérivées premières de la fonction objec-

tif permet d’utiliser des méthodes classiques d’optimisation [125, 17] pour les problèmes

d’optimisation sans dérivées : méthode du gradient conjugué non linéaire et les méthodes

de quasi-Newton (algorithme 1.3 et 1.4 ci-dessous).

Algorithme 1.3 Algorithme du gradient conjugué non linéaire

· Initialisation : Soit x0. Evaluation de f(x0) et de ∇f0 = ∇f(x0). Soit p0 = −∇f0

et k = 0.

· Tant que ∇fk 6= 0

(1) Soit xk+1 = xk + αkpk, avec αk calculé à partir d’une procédure de recherche

linéaire afin de satisfaire les conditions de Wolfe.

(2) Evaluer ∇fk+1

(3) βk+1 =
∇fTk+1∇fk+1

∇fTk ∇fk
(4) pk+1 = −∇fk+1 + βk+1pk

(5) k = k + 1

Algorithme 1.4 Méthode de Quasi-Newton avec approximation de la Hessienne

· Initialisation : Soit x0, ε > 0 la tolérance pour la convergence, H0 l’approximation

de l’inverse de la Hessienne. k = 0.

· Tant que ‖∇fk‖ > ε

(1) Calculer la direction de recherche pk = −Hk∇fk.
(2) Soit xk+1 = xk + αkpk, où αk est calculé à partir d’une procédure de recherche

linéaire afin de satisfaire les conditions de Wolfe.

(3) Définir sk = xk+1 − xk et yk = ∇fk+1 −∇fk
(4) Mise à jour de Hk+1 par des formules de type DFP, BFGS (voir [125] et annexe B)

ou SR1.

(5) k = k + 1

Une approximation du gradient ∇f(x) peut être obtenue à partir de l’évaluation de la

fonction objectif f en (n+1) points. Nous introduisons deux formules : les différences finies
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avant et les différences finies centrées. Supposons que nous voulions calculer le gradient

∇f(x), la formule de différence finie avant approchant la dérivée partielle ∂f/∂xj est

∂f

∂xj
=
f(x+ hjej)− f(x)

hj
, (1.3)

et celle par différence finie centrée, requérant 2n points, est

∂f

∂xj
=
f(x+ hjej)− f(x− hjej)

2hj
, (1.4)

où hj est le pas de différence finie et ej est le j ième vecteur unité. Le gradient peut être

calculé en appliquant la formule pour i = 1, 2, ..., n.

La principale difficulté de l’approximation par différence finie est le choix du pas de

différence finie hj. Pour obtenir l’approximation des dérivées la plus précise possible, le

pas de différence finie doit être choisi le plus petit possible. Toutefois, nous remarquons

qu’une petite erreur ε dans le numérateur des approximations 1.3 ou 1.4 provoque une

erreur ε/hj sur les dérivées. Ainsi, un petit pas de différence finie peut mener à une

erreur d’approximation conséquente et hj doit être choisi attentivement en fonction de la

précision du calcul de f(x). Dennis et Schnabel [46] suggèrent certains choix de pas de

différence finie. Pour les applications, l’erreur de calcul de la fonction objectif peut être

relativement importante, il n’est donc pas approprié de choisir le pas de différence finie

hj trop petit.

Il existe d’autres approximations des dérivées premières que les différences finies : les

évaluations précédentes proches du point courant complétées par certaines évaluations

choisies peuvent être utilisées pour construire, par interpolation ou régression [34], un

modèle linéaire local. Le gradient de ce modèle sera ensuite considéré comme l’approxi-

mation du gradient utilisé dans les méthodes classiques d’optimisation différentiable. Cette

technique permet d’obtenir l’approximation du gradient de la fonction objectif à partir

d’un nombre d’évaluations de la fonction objectif moins important que celui nécessaire

pour des différences finies classiques.

Ces méthodes d’optimisation différentiable utilisant des gradients approchés sont assez

difficiles à mettre en œuvre en pratique. En effet, le choix du pas de différences finies,

qu’il soit fixe ou adaptatif, est assez difficile à effectuer en raison du bruit numérique de la

réponse du simulateur. Dans le cas de gradient de modèle réutilisant certaines évaluations,

le choix des points à utiliser n’est pas évident. Cependant, ces méthodes ont permis de

résoudre certaines applications en ingénierie de réservoir (chapitre 4 ou [44, 159]).

3.1.2 Méthode de recherche linéaire basée sur les dérivées provenant d’un

simplexe

La méthode ”Implicit-filtering” de Kelley [183, 103] peut être vue comme une méthode

de recherche linéaire basée sur les dérivées provenant d’un simplexe. Cette méthode,

décrite dans l’algorithme 1.5, est assez efficace pour traiter les fonctions objectifs bruitées.

33



1. Etat de l’art

Ainsi, à partir des évaluations de la fonction objectif pour un ensemble de n+1 points,

où Y = {y0
k, y

1
k, ..., y

n
k} est unisolvant (”poised”, voir la définition 2.2 dans la section

2.1 du chapitre 2) pour l’interpolation linéaire, un gradient provenant de ce simplexe

basé en y0
k est calculé. Le gradient est alors donné par : ∇sf(xk) = L−1

k δf(Yk) où Lk =

[y1
k − y0

k · · · ynk − y0
k]
T

et

δf(Yk) =



f(y1

k)− f(y0
k)

...

f(ynk )− f(y0
k)


 .

Nous définissons également ∆k = max1≤i≤n ‖yik − y0
k‖.

A chaque itération de recherche linéaire, la condition d’Armijo sur la réduction mini-

male de la fonction doit être vérifiée pour sélectionner le nouveau point : f(xk + αdk) −
f(xk) ≤ να∇sf(xk)

Tdk.

Algorithme 1.5 Implicit Filtering method

· Initialisation : Choix de β, ν ∈ (0, 1). Choix d’un point initial x0 et l’approximation

de la Hessienne initiale H0. Sélectionner jmax ∈ N. Soit D un ensemble formant une

base positive (voir la définition 2.1 dans la section 2.1 du chapitre 2).

· Tant que le diamètre ∆k ≥ ∆tol :

(1) Calcul du gradient du simplexe : Calculer le gradient du simplexe ∇sf(xk)

tel que ∆k ≤ ‖∇sf(xk)‖ (voir [34]). Calculer dk = −H−1
k ∇sf(xk).

(2) Recherche linéaire : Pour j = 0, 1, 2, ..., jmax

(a) Fixer α = βj et évaluer f(xk + αdk).

(b) Si la condition de réduction suffisante f(xk +αdk)−f(xk) ≤ να∇sf(xk)
Tdk

est vérifiée pour α, la recherche linéaire est terminée avec αk = α.

(3) Nouveau point : Si la recherche linéaire est réussie, alors xk+1 = xk + αkdk.

(4) Mise à jour de la Hessienne : Si la recherche linéaire échoue, fixer Hk+1 = H0

et passer à l’itération suivante. Autrement mettre à jour Hk+1 à partir de Hk

en utilisant une mise à jour quasi-Newton (BFGS par exemple, voir l’annexe B)

basée sur xk+1 − xk et ∇sf(xk+1)−∇sf(xk) (voir annexe B).

En pratique, lorsqu’une recherche linéaire échoue, il peut être nécessaire d’effectuer

certains ajustements pour le bon usage de cet algorithme. Par exemple, nous pouvons

recalculer les points échantillonnés (afin de vérifier ∆k ≤ µ‖∇sf(xk)‖ pour tout 1 > µ >

0 [34]).

Cette méthode peut être assimilée à une méthode ”classique” de quasi-Newton substi-

tuant des gradients de la fonction objectif par une approximation de ceux-ci. La recherche

linéaire peut échouer en raison d’une mauvaise approximation des gradients. Mais l’heu-

ristique permettant le calcul du gradient du simplexe approchant celui de la fonction

objectif permet un très bon comportement de cette méthode pour les fonctions bruitées.
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3.2 Modèles de la fonction objectif

L’optimisation à l’aide de modèles de substitution (”surrogate model”) de la fonction

objectif est un thème de recherche en pleine expansion. Celle-ci permet de déterminer

un point minimisant la fonction objectif à partir d’une approximation de cette fonction.

Cette idée semble intéressante dans le sens où elle remplace une évaluation de la fonction

objectif par une évaluation moins coûteuse du modèle de substitution.

Depuis plus d’un demi-siècle (Box et Wilson, 1951 [21]), la solution généralement re-

tenue pour diminuer le nombre des évaluations de la fonction objectif est la construc-

tion d’un modèle simplifié de celle-ci dont l’évaluation est peu coûteuse. Ce modèle,

construit à partir d’un nombre limité d’évaluations choisies avec soin (on parle alors

de plan d’expériences), va guider la recherche d’un minimum local ou global et du ou des

minimiseur(s) associé(s). Pour éviter la confusion entre ce modèle et la fonction objectif

d’autres terminologies ont été proposées. On parle ainsi de surfaces de réponse, de méta-

modèles, d’émulateurs, de modèles bôıte noire, de modélisations comportementales, ou

encore de modèles de substitution (”‘surrogate model”). C’est cette appellation que nous

utiliserons par la suite.

Serafini [158] et Sondergaard [160] suggèrent de classer les modèles de substitution en

deux catégories : les modèles physiques et les modèles fonctionnels.

Les modèles physiques sont construits à partir d’une simplification physique ou nu-

mérique de la fonction objectif, formant un modèle simple et peu coûteux c(x). Il sont

fondés sur la connaissance du système physique ou des phénomènes déjà modélisés. Il

existe des méthodes permettant de construire un modèle physique à partir d’informations

sur la fonction objectif :

· les méthodes de correction de réponse appelées ”β-correlation Method” [82] et ”ge-

neral response correction” [160] construisent un modèle physique composé d’une

fonction de correction et d’un modèle peu coûteux,

· la méthode multipoint [164] utilise une combinaison de modèles peu coûteux, les

paramètres de cette combinaison sont déterminés par régression de moindres carrés

aux points de la fonction objectif pré-échantillonnés,

· la méthode de ”space-mapping” [6, 7, 8, 160] effectue une transformation de l’espace

des paramètres de manière à ce que le modèle peu coûteux c(x) montre le même

comportement que la fonction objectif f .

Ainsi, dans les deux applications présentées dans le paragraphe 2 du chapitre 4, on pourrait

construire des modèles simplifiés des simulateurs. Ceci fait l’objet de recherche en cours,

mais ne sera pas abordé dans cette thèse.

Les modèles fonctionnels sont construits sans connaissance particulière du système

physique. Ce sont des représentations algébriques du comportement de la fonction objectif

basées sur les points pour lesquels la valeur de la fonction est connue. Nous verrons

dans la suite qu’une grande diversité de ces modèles de substitution fonctionnels est

disponible dans la littérature. Les méthodes les plus utilisées sont les modèles de régression

paramétrique ou non-paramétrique, ainsi que les modèles simples polynomiaux locaux.

Dans la suite de ce manuscrit, les modèles fonctionnels seront utilisés : en effet l’objectif
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de cette thèse est l’optimisation de modèle bôıte noire sans aucun a priori sur la fonction

objectif.

Nous exposons désormais les méthodes de résolution du problème d’optimisation 1.1

utilisant un modèle de substitution de la fonction objectif. Nous présentons tout d’abord

l’approche utilisant des modèles de surface de réponse globale puis ensuite l’approche par

région de confiance. Cette dernière considère le modèle de substitution valide uniquement

localement dans une région de confiance.

Un large panel de modèles de substitution différents tels que les modèles de régression

paramétrique et non-paramétrique ou les modèles locaux peuvent être utilisés. Les modèles

nécessitent la définition suivante.

Définition 3.1 Les modèles de régression sont basés sur des fonctions de base qui sont

ajustées à des échantillons de données. Un modèle de régression, représenté par la fonction

m(x, β) (où β est le paramètre servant à décrire le modèle), s’ajuste à des échantillons

de données (xi, yi), i = 1, ..., p de la fonction coûteuse f . Les paramètres β peuvent être

estimés en résolvant le problème de moindres carrés

min
β̂

∑
(yi −m(xi, β̂))2. (1.5)

· Modèle de régression paramétrique : ce type de modèle est définit de manière

explicite et le nombre p de fonction de base est fixé. Ce modèle peut prendre plusieurs

formes dont le modèle de régression linéaire où m(x, β) =
∑p

k=1 βkmk(x) est linéaire

en β. Dans ce cas m(x, β) = βTv(x), où v : Rn 7→ Ru, est un vecteur avec u fonctions

de base : vj(x), j = 1, ..., u.

Les fonctions de base les plus utilisées pour une régression de moindres carrés linéaire

sont les modèles polynomiaux du premier et du second ordre.

· Modèle de régression non paramétrique : cette approche ne nécessite aucune

hypothèse a priori sur la forme du modèle utilisé. La forme la plus utilisée et la plus

efficace de modèle de régression non paramétrique est la régression avec méthode

par lissage à noyau (Kernel regression).

Les méthodes de ce type les plus utilisées sont les RBF (Radial Basis Function),

le krigeage, les SVM (Support Vector Machine), les splines, les ondelettes [165] et

certains réseaux de neurones.

· Modèle local : cette classe de modèle est basée sur l’information obtenue au voisi-

nage d’un point, usuellement l’itération courante xk d’une procédure d’optimisation.

Les modèles de Taylor appartiennent à cette classe. Toutefois les modèles de Tay-

lor d’ordre faible ne sont valables comme approximation de f que dans une petite

région limitée autour de xk.

Le modèle de Taylor du premier ordre ou du second ordre pourrait être utilisé

dans une région autour de xk si les dérivées de f étaient disponibles (ex : méthode

de Newton). Dans le cas contraire, un modèle mk de la fonction objectif peut être

déterminé par un schéma d’interpolation multivariée utilisant uniquement les valeurs
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de la fonction objectif en plusieurs points d’interpolation distincts. Les valeurs de

fonction objectif disponibles f(xi) qui correspondent aux xi, (i < k évaluations) les

plus proches de xk sont donc utilisées pour interpoler la fonction objectif. Ce modèle

ainsi créé peut être un polynôme linéaire ou un polynôme quadratique valide dans

un voisinage de l’itération courante appelé région de confiance.

3.2.1 Optimisation à l’aide de surfaces de réponses globales

Ces méthodes reposent sur une procédure séquentielle d’expérimentation du domaine

de définition de la fonction dans le but d’optimiser la fonction objectif. Elles nécessitent

la construction d’un plan d’expérience, de méthodes de modélisation par régression ou

interpolation (Box et Wilson [21] et Myers et Montgomery [123]) et d’un critère d’échan-

tillonage permettant l’optimisation de la fonction objectif à chaque itération. En effet, le

principe des méthodes d’optimisation utilisant un modèle global de la fonction objectif est

d’évaluer cette fonction objectif itérativement en un ou plusieurs points obtenus à l’aide

du critère d’échantillonnage appliqué au modèle de substitution courant de la fonction

objectif.

Algorithme 1.6 Optimisation à l’aide de surface de réponse

· Initialisation : itération i = 1. Sélectionner l’ensemble fini S1 = {x1, x2, ..., xk} de k

points initiaux répartis dans le domaine de définition de la fonction objectif. Evaluer

la fonction objectif aux points initiaux de S1 et sélectionner fmin la meilleure valeur

et xmin le point correspondant.

· Répéter tant que le critère d’arrêt n’est pas atteint.

(1) Créer ou mettre à jour le modèle de substitution : la surface de réponse

mi est construite en utilisant les points Si.

(2) Recherche du point ou des nouveaux points à évaluer en fonction du critère

d’échantillonnage.

(3) Ajout de ce(s) point(s) au plan d’expérience courant et évaluation de la fonction

objectif en ces points. Mise à jour de fmin et xmin.

xmin est le meilleur point calculé.

L’initialisation de l’algorithme 1.6, c’est-à-dire la sélection de k points bien répartis

dans l’espace, peut être réalisée à partir d’un plan d’expérience de type Hypercube La-

tin [117]. Le critère d’arrêt utilisé est en général un nombre d’évaluation de la fonction

objectif maximum.

Un modèle de substitution, construit à partir d’évaluations de f disponibles, peut être

utilisé pour construire un critère quantifiant l’intérêt d’une évaluation potentielle. Plus

précisément, c’est le résultat de l’optimisation de ce critère (que l’on nommera critère

d’échantillonnage), dépendant des résultats des évaluations précédentes, qui détermine le

prochain point de l’espace de recherche où l’évaluation doit être effectuée. On remplace

donc un problème d’optimisation coûteux par une série de problèmes d’optimisation moins
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coûteux. Pour cette méthode, le critère d’échantillonnage est classiquement le minimiseur

de la surface de réponse globale.

Nous présentons maintenant différentes surfaces de réponses utilisés classiquement

pour l’optimisation sans dérivées. Ces méthodes ont des propriétés propres permettant

l’utilisation de différents critères d’échantillonnages.

3.2.1.1 Krigeage Le krigeage (présenté en annexe D) est la méthode de base la plus

populaire pour l’optimisation globale basée sur des méthodes de surfaces de réponses.

En effet, le krigeage est basé sur une approche probabiliste qui permet d’estimer les

incertitudes sur le modèle de substitution de la fonction objectif. Le krigeage (Krige,

1951) est une méthode (ou plutôt un ensemble de méthodes) de prédiction reposant sur

un modèle probabiliste (généralement gaussien) qui peut être utilisé pour interpoler des

données. Le terme krigeage (kriging) provient du nom de famille de l’ingénieur minier

sud africain Daniel Gerhardus Krige à l’origine de la technique, mais la formalisation

mathématique revient à George Matheron en 1963. Depuis les années 60, le krigeage,

qui n’est au départ qu’une prédiction linéaire, a été largement développé et utilisé en

géostatistiques (dans des espaces 3D).

Ces modèles possèdent plusieurs avantages qui les rendent particulièrement adaptés

à l’optimisation globale de fonctions coûteuses. Tout d’abord, ils permettent la mise en

place d’un cadre bayésien qui facilite le traitement des incertitudes en entrée et en sor-

tie du système ainsi que la prise en compte d’a priori sur la fonction inconnue. Enfin,

ils permettent l’estimation de l’erreur d’approximation à partir de laquelle des critères

d’échantillonnage pertinents pour l’optimisation globale (Jones, 1998 [100]) peuvent être

construits.

Figure 1.5 – Krigeage avec ajout de point par espérance de gain

Le critère d’échantillonnage classiquement utilisé est la maximisation de l’espérance
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de gain (Expected Improvement [156, 155, 100, 99]) (notons qu’il en existe de nombreux

autres, voir l’annexe D). Ce critère permet de réaliser un compromis entre exploration et

recherche locale. L’algorithme EGO (Efficient Global Optimization), basé sur l’algorithme

1.6, proposé par Jones et al.([100] 1998), choisit comme nouveau point d’évaluation un

maximiseur d’espérance de gain, et met à jour les paramètres du modèle de krigeage après

chaque nouvelle évaluation. Notons qu’une recherche globale du point d’espérance de gain

maximale est effectuée à chaque itération, ce qui est un problème d’optimisation difficile

en grande dimension. La figure 1.5 représente la construction d’un modèle de krigeage avec

ajout de point par espérance de gain pour l’optimisation sans dérivées d’une fonction.

Cette approche a permis de résoudre de nombreux problèmes, tels que l’optimisation

de la forme d’un conduit d’admission ainsi que l’optimisation du contrôle de la direction

assistée électrique [172]. Mais également de résoudre des problèmes de conception de pale

d’un rotor d’hélicoptère [18], des problèmes de conception de plateforme de production

de véhicule, ainsi qu’un problème d’effort de portée [18]. Plus récemment, une application

en ingénierie de réservoir a été traitée par Guimaraes [52].

Une adaptation de cette méthode a également été effectuée par Huang [91] pour une

meilleure prise en compte du bruit de la fonction objectif. Knowles [106] a quand à lui

adapté la méthode de Jones pour l’optimisation multi-objectifs.

3.2.1.2 Autres surfaces de réponses D’autres surfaces de réponses ont été uti-

lisées pour l’optimisation sans dérivées comme par exemple les Radial Basis Functions

(RBF) [92, 93, 16]. Gutmann [80, 81] utilise également des RBF comme surface de réponse,

avec un critère d’échantillonnage consistant à sélectionner le minimum global de la sur-

face de réponse courante ce qui peut faire converger la méthode vers un minimum local.

Regis [146, 147, 148, 149] recherche un compromis entre recherche locale et recherche

globale en pondérant la minimisation globale de la surface de réponse par la distance

entre les points précédemment évalués. De cette façon, les bassins avec de petites valeurs

de fonction ayant déjà été visités de nombreuses fois ne sont pas visités aussi souvent

que les zones très peu visitées. Cela assure un équilibre entre l’amélioration de la valeur

minimale courante de la fonction et les incertitudes sur le modèle. Ces deux méthodes per-

mettent également de prendre en compte des contraintes non linéaires, celles-ci sont ainsi

respectées lors de la maximisation/minimisation du critère d’échantillonnage. Käck [102]

propose une nouvelle technique de prise en compte des contraintes que Rudholm [152]

puis Jakobsson et al [94, 95] ont adaptée pour l’optimisation multi-objectifs.

Les réseaux de neurones ont également été utilisés pour l’optimisation sans déri-

vées [170], avec une application dans l’industrie automobile sur l’optimisation de la forme

de pare-brise.

D’après les résultats de la thèse [22], on peut envisager d’utiliser les Sparse Grid dans

le cadre de l’optimisation. Ceci fait l’étude de travaux en cours à IFPEN par E. Echagüe.

L’optimisation à partir de surfaces de réponses globales permet d’approcher le mini-

mum global de la fonction objectif, mais ces méthodes sont difficiles à utiliser en grande

dimension du fait d’une part de l’optimisation du critère d’échantillonnage mais également
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de la construction de la surface de réponse elle-même. Le krigeage, de sa formation proba-

biliste permettant d’estimer les incertitudes sur le modèle de substitution de la fonction

objectif, semble être une très bonne alternative pour les problèmes en faible dimension.

Une autre difficulté de ces méthodes est la prise en compte de contraintes autres que

des contraintes de borne.

3.2.2 Approche par région de confiance

Les méthodes classiques de région de confiance font partie des algorithmes les plus

étudiés pour les problèmes de programmation non linéaire. Ces méthodes ont de nom-

breux avantages : le fait qu’elles soient basées sur des modèles quadratiques les rendent

particulièrement attractives pour traiter les informations sur la courbure de la fonction.

Leur robustesse est en partie liée à l’effet de régularisation obtenu lors de la minimisation

de modèles quadratiques dans une région de confiance [29].

Algorithme 1.7 Modèles locaux valables dans une région de confiance

· Initialisation : soit 0 < ν0 ≤ ν1 et 0 < γ0 < 1 < γ1. Choix d’une classe de modèle et

d’un algorithme d’amélioration de modèle. Choix du point de départ x0 et du rayon

de la région de confiance initial ∆0 et ∆min < ∆max le rayon minimal et maximal de

la région de confiance. k = 0. Calcul de f(x0) et construction du modèle initial m0.

· Tant que ∆ ≥ ∆min :

(1) Minimisation du modèle : calculer le pas dk qui réduit suffisamment le modèle

mk et tel que xk + dk ∈ B(xk; ∆k) (la boule de rayon ∆k et de centre xk).

(2) Approbation du nouveau point : évaluer f(xk + dk) et

ρk =
f(xk)− f(xk + dk)

mk(xk)−mk(xk + dk)
.

Si ρk ≥ ν1, xk+1 = xk + dk et mise à jour du modèle mk+1, sinon xk+1 = xk.

(3) Amélioration du modèle : si ρk < ν1, le modèle est amélioré à l’aide de

nouvelles évaluations de la fonction objectif. La meilleure de ces évaluations est

notée x̂k. Calculer

ρ̂k =
f(xk)− f(x̂k)

mk(xk)−mk(x̂k)
.

Si ρ̂k ≥ ν0, xk+1 = x̂k et mise à jour du modèle mk+1, sinon xk+1 = xk.

(4) Mise à jour du rayon de la région de confiance ∆k :

∆k+1 ∈





[γ1∆k,∆max), si ρk ≥ ν1,

∆k, si ρk ∈ [ν0, ν1),

γ0∆k, si ρk < ν0.

k = k + 1.

Ces méthodes classiques ont été adaptées pour l’optimisation sans dérivées. Elles main-
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tiennent un modèle simple (linéaire, quadratique ou RBF) basé uniquement sur les valeurs

de la fonction objectif calculées aux points échantillonnés. Les modèles correspondants

peuvent être construits à partir de polynômes d’interpolation ou de régression ou par un

autre procédé d’approximation. Celui-ci est utilisé au cours des itérations pour diriger

l’optimisation vers un minimum local dans une région de confiance. Pour ce faire, une

minimisation de ce modèle est effectuée sous une contrainte de région de confiance. Le

point ainsi sélectionné comme étant le possible minimum local de la fonction est évalué

et le rapport

ρk =
f(xk)− f(xk + dk)

mk(xk)−mk(xk + dk)

est calculé. Ce paramètre nous indique le degré d’adéquation du modèle à la fonction objec-

tif, il est utilisé pour mettre à jour le rayon de la région de confiance. Lorsque la précision

du modèle approchant la fonction objectif est insuffisante, une étape d’amélioration du

modèle est nécessaire. L’algorithme 1.7 représente simplement cette approche qui sera

plus longuement détaillée dans les chapitres 2 et 3.

Ces méthodes ont été utilisées sur des problèmes de quelques centaines de paramètres

[139, 140]. Certaines adaptations ont permis de prendre en compte des contraintes [133,

31, 32, 29, 167, 169, 168, 142].

4 Méthodes hybrides

De nombreuses méthodes d’optimisation sans dérivées hybrides sont apparues ces

dernières années.

Ainsi Booker et al [18] introduisent l’utilisation d’un modèle de substitution dans le

contexte d’un algorithme de recherche directe directionnelle (voir le paragraphe 1.2.1 de

ce chapitre). L’idée est basée sur l’étape de recherche de l’algorithme 1.2. De la même

manière, Conn et al [30], dans un algorithme de recherche directe, tire parti plus parti-

culièrement d’un modèle quadratique pour l’optimisation sous contraintes sans dérivées.

Le modèle de substitution m(x) de la fonction f(x) peut être construit et recalibré au

cours des itérations de la méthode. Nous décrivons cette méthode dans l’algorithme 1.8, en

donnant deux alternatives possibles pour la prise en compte du modèle quadratique dans

l’étape de recherche. L’étape de sondage peut elle aussi bénéficier du modèle de substitu-

tion en ordonnant les évaluations de la fonction objectif f dans Pk = {xk + αkd/d ∈ Dk}
suivant les valeurs du modèle de substitution m(x).

Une autre adaptation de la méthode de recherche directe directionnelle (voir le para-

graphe 1.2.1 de ce chapitre) utilisant cette fois-ci une métaheuristique des essaims parti-

culaires dans l’étape de recherche de l’algorithme 1.2 est présentée dans [171].

La méthode des colonies de fourmis a a été associée à une recherche locale de Nelder-

Mead pour l’optimisation en variables continues [54], une application en génie biomédical

a ainsi été traitée.
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Algorithme 1.8 Méthode de recherche directe directionnelle hybride

· Initialisation : choix de x0, α0 > 0, 0 < β1 ≤ β2 < 1 et γ ≥ 1. Soit D un ensemble

formant une base positive.

· Tant que le diamètre αk ≥ αtol :

(1) Etape de recherche : essayer de calculer un point x qui vérifie f(x) <

f(xk) en évaluant la fonction objectif en un nombre fini de points par l’un des

procédés suivants :

(a) Minimiser le modèle m(x) dans un ensemble faisable. Soit yk la solution

de la minimisation. Evaluer f(yk).

(b) Evaluer m(.) aux points de l’ensemble Yk = {y1
k, ..., y

p
k}. Ordonner Yk tel

que m(y1
k) ≤ ... ≤ m(ypk). Evaluer f aux points de Yk dans l’ordre.

Si un point x est trouvé, xk+1 = x, l’itération et l’étape de recherche sont

réussies et l’étape de sondage est passée.

(2) Etape de sondage : choisir une base positive Dk à partir de l’ensemble D.

Ranger l’ensemble des points du sondage Pk = {xk + αkd/d ∈ Dk}. Démarrer

les évaluations de f aux points de sondage suivant l’ordre choisi. Si un point

sondé xk + αkdk vérifie f(xk + αkdk) < f(xk), le sondage est stoppé, xk+1 =

xk + αkdk, l’itération et l’étape de sondage sont réussies. Sinon, l’itération (et

l’étape de sondage) échouent et xk+1 = xk.

(3) Mise à jour du maillage : si l’itération est réussie, le pas du maillage

est maintenu ou augmenté : αk+1 ∈ [αk, γαk]. Autrement, réduire le pas du

maillage : αk+1 ∈ [β1αk, β2αk].

De la même manière, une utilisation des essaims particulaires associée à la méthode

de Nelder-Mead pour l’optimisation globale d’une fonction non linéaire est présentée dans

[107, 59, 184]. Dans [59], cette méthode hybride a été comparée avec une autre méthode hy-

bride couplant un algorithme génétique avec la méthode de Nelder-Mead avec des résultats

similaires.

Des méthodes hybrides liant les avantages des algorithmes évolutionnaires et de mo-

dèles de substitution ont également été utilisés pour résoudre des problèmes industriels

(dans les domaines médicales ou de l’automobiles avec les RBF [55, 56]). Une seconde

méthode hybride permettant d’alterner entre recherche globale et recherche locale à l’aide

d’un algorithme évolutionnaire global (algorithme génétique, stratégie d’évolution,...) et

d’une méthode classique locale (direction de plus grande descente ou BFGS) est également

employée dans [55].

5 Discussion

Le tableau 1.1 récapitule différents solveurs d’optimisation sans dérivées classés suivant

les différents types de méthodes présentées précédemment. Nous incitons le lecteur à
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visiter le site ”NEOS tree” (http://neos-server.org/neos/) pour une liste de solveurs

d’optimisation sans dérivées.

Table 1.1 – Tableau récapitulatif des différents solveurs cités
Classes Noms Commentaires

Recherche NMSMAX Méthode de Nelder-Mead

directe APPSPACK Pattern Search parallèle

NOMAD Pattern Search

Métaheuristiques CMAES Stratégie d’évolution

Optim. SQPAL SQP avec gradients calculés par différences

à base de finies et approximation BFGS de la Hessienne

modèle de ∇f Implicit Filtering

Optim. EGO krigeage avec ajout de point

à base de par espérance de gain sans contraintes

modèle de f COBYLA modèle linéaire local valable

dans une région de confiance

avec contraintes ”derivative free”

DFO modèle quadratique local valable dans une

région de confiance avec contraintes

”derivative based” et ”derivative free”

UOBYQA modèle quadratique complet local valable

dans une région de confiance sans contraintes

CONDOR modèle quadratique complet local

valable dans une région de confiance

avec contraintes ”derivative based”

WEDGE modèle linéaire ou quadratique

complet local valable dans une

région de confiance sans contrainte

NEWUOA modèle quadratique local valable dans

une région de confiance sans contraintes

BOBYQA modèle quadratique local valable

dans une région de confiance

avec contraintes de bornes

BOOSTERS modèle RBF local valable dans une

région de confiance sans contraintes

ORBIT modèle RBF local valable dans une

région de confiance sans contraintes

SQA modèle quadratique local valable dans

une région de confiance avec contraintes

”derivative based” et ”derivative free”
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1. Etat de l’art

Les méthodes directes, telles que la méthode du simplexe de Nelder-Mead, la méthode

de pattern search et la méthode de recherche multi-directionnelle n’utilisent pas toutes les

informations obtenues lors des itérations précédentes. L’évaluation de la fonction objectif

étant coûteuse, il semble logique d’utiliser au maximum toutes les informations connues

sur cette fonction objectif. En revanche, la parallélisation de ces méthodes est naturelle.

La méthode des directions conjuguées utilise l’information obtenue lors des évaluations

successives de la fonction objectif, mais la construction d’un modèle de substitution de

la fonction et en particulier l’évolution de sa courbure nous parâıt être une meilleure

alternative.

Les métaheuristiques permettent l’optimisation globale de la fonction objectif, et

peuvent facilement être parallélisées. Cependant, le nombre d’évaluations élevé nécessaire

à leur fonctionnement devient vite problématique lorsque la dimension du problème aug-

mente.

Les modèles de substitution des gradients de la fonction objectif ou de la fonction

objectif elle-même permettent d’utiliser au maximum les renseignements disponibles sur

la fonction objectif : l’utilisation de modèles de substitution des gradients de la fonction

permet l’utilisation de méthodes classiques d’optimisation différentiables. Les méthodes

utilisant des gradients approchés par différences finies sont difficiles à paramétrer, le choix

du pas de différences finies est très sensible au bruit sur la fonction objectif. Les méthodes

de type Implicit Filtering, approchant le gradient à l’aide des évaluations précédentes,

se comportent mieux vis-à-vis du bruit (effet régularisant) et sont moins coûteuses en

évaluation de fonction, cependant l’approximation du gradient est moins précise et cela

peut entrâıner un échec de la recherche linéaire.

L’optimisation à l’aide de modèles de substitution de la fonction objectif permet de

déterminer un point minimisant la fonction à partir de ce modèle de substitution. Cette

idée semble intéressante dans le sens où elle remplace une évaluation de la fonction objectif

par une évaluation moins coûteuse du modèle de substitution. Cette méthode permet de

tirer un maximum d’informations sur la fonction au cours de chaque itération. L’optimi-

sation à partir de surfaces de réponses globales permet d’obtenir le minimum global de la

fonction objectif, mais ces méthodes sont difficiles à utiliser en grande dimension du fait

d’une part de l’optimisation du critère d’échantillonnage mais également de la construc-

tion de la surface de réponse elle-même. L’optimisation locale à partir de modèles simples

de la fonction objectif permet d’utiliser toutes les informations connues sur la fonction

objectif, ces méthodes fonctionnent sur des problèmes d’une centaine de paramètres, et

la prise en compte de contraintes sur la fonction objectif semble a priori réalisable.

Dans la suite de ce mémoire, nous nous intéresserons à des modèles de substitution

polynômiaux qui approchent la fonction objectif dans une région de confiance c’est à dire

un voisinage convenable du minimum courant. Ces modèles sont particulièrement bien

adaptés à l’optimisation locale d’une fonction coûteuse à évaluer sous contrainte pour des

problèmes de dimension avoisinant une centaine de paramètres.
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Chapitre 2
Optimisation sans dérivées : méthodes de

région de confiance

Winfield (1969 [181, 182]) propose une première approche utilisant les valeurs de la

fonction objectif f(yi) disponibles afin de construire un modèle quadratique interpolant.

Ce modèle sera supposé valide dans un voisinage du point courant qui est décrit comme

une région de confiance dont le rayon est ajusté au cours des itérations. Le modèle est

minimisé dans cette région de confiance et donne un point qui réduit probablement la

valeur de la fonction. Lorsque de nombreuses valeurs de la fonction objectif sont dispo-

nibles, l’ensemble des points définissant le modèle d’interpolation est mis à jour afin de

ne contenir que les points les plus proches du point courant. Powell (1994 [133]) réutilise

cette idée et propose une méthode (nommée COBYLA) permettant l’optimisation d’une

fonction sous contraintes utilisant un modèle d’interpolation linéaire de la fonction ob-

jectif et des contraintes. En développant cette idée, Powell (1994 [134, 136]) propose

une méthode similaire à celle de Winfield permettant l’optimisation sans contrainte uti-

lisant un modèle d’interpolation quadratique de la fonction objectif construite à l’aide

de polynômes fondamentaux de Lagrange. La disparité entre ces deux méthodes vient de

la mise à jour de l’ensemble des points d’interpolation qui préserve certaines propriétés

géométriques 1. Pour ce faire, une relation entre les polynômes fondamentaux de Lagrange

associés au problème d’interpolation (permettant de construire le modèle d’interpolation)

et les coordonnées des points d’interpolation dans la base des polynômes est utilisée.

Une variante de ces méthodes d’interpolation quadratique utilisant les polynômes fon-

damentaux de Newton a été présentée par Conn et Toint [35]. Un résultat de convergence

globale vers des points critiques du premier ordre pour les méthodes de ce type a été donné

par Conn, Scheinberg et Toint [31, 29], ainsi qu’une description des techniques pour faire

respecter des propriétés géométriques à l’ensemble des points d’interpolation. Ces tech-

1. Ces propriétés sont nécessaires pour garantir l’existence et l’unicité du modèle interpolant. En

effet, en dimension deux, six points alignés ou sur un cercle ne permettent pas de définir un polynôme

d’interpolation quadratique complet.
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niques sont basées sur l’exploitation de la théorie d’interpolation de Newton. Conn, Gould

et Toint [29] et Conn, Scheinberg et Vicente [34] présentent une extension de ce résultat

à une convergence du second ordre.

La méthode de région de confiance basée sur un modèle d’interpolation quadratique de

la fonction objectif, utilisant des polynômes fondamentaux de Newton, de Scheinberg (ap-

pelée DFO [31, 32, 29]) permet la prise en compte de contraintes à l’aide d’une méthode

d’optimisation non linéaire de type SQP par exemple (sequential quadratic programming,

voir annexe C). Powell propose UOBYQA (2002 [137]) une méthode d’optimisation sans

contrainte par région de confiance basée sur la théorie qu’il avait exposé peu après Win-

field. Cette méthode a été adaptée par Vanden Berghen ([167, 169, 168]) afin de prendre en

compte des contraintes également au moyen d’un SQP dans le code CONDOR. Marazzi et

Nocedal développent WEDGE [116] une méthode de région de confiance utilisant soit des

modèles linéaires, soit des modèles quadratiques. Colson [26, 27] développe quant à lui une

technique de filtre permettant d’éviter l’utilisation d’une fonction de mérite et la gestion de

poids de pénalisation pour la prise en compte de contraintes. Powell propose une méthode

d’optimisation sans contrainte par région de confiance basée sur un modèle d’interpolation

quadratique sous déterminé (2006 NEWUOA [139, 140]) : en effet celui-ci est construit

à partir d’un nombre de points d’interpolation m ∈ [n + 2, 1
2
(n + 1)(n + 2)], n étant le

nombre de paramètres du problème d’optimisation. Les degrés de liberté du modèle d’in-

terpolation restants sont obtenus en utilisant la méthode de Broyden symétrique pour

mettre à jour la Hessienne du modèle quadratique qui consiste à minimiser l’évolution de

la courbure du modèle au cours des itérations. Puis Powell suggère de prendre en compte

les contraintes de bornes (2009 BOBYQA [142]) dans une méthode similaire à NEWUOA.

Une procédure de gradient conjugué tronqué permet la prise en compte des contraintes

lors du choix de chaque nouvelle évaluation. Enfin Powell [143] présente la convergence de

ses méthodes. Gratton et al [78] proposent une technique d’”active set” permettant une

prise en compte des contraintes de bornes efficaces.

Les approximations quadratiques de la fonction objectif sont très utilisées pour accélé-

rer la convergence des algorithmes d’optimisation sans dérivées, la courbure de la fonction

objectif étant ainsi prise en compte. Ces méthodes ont été évaluées en pratique sur des

problèmes de conception de pale d’un rotor d’hélicoptère [18], ainsi que sur un problème

de conception de turbine [1, 166].

Alexandrov et al puis Conn et al [2, 29, 34] démontrent que l’utilisation d’un modèle

linéaire ou quadratique n’est pas l’unique choix pour le modèle. D’ailleurs, R. Oeu-

vray [126] utilise un modèle constitué de RBF (Radial Basis Functions) valable dans la

région de confiance ; celui-ci est construit à partir d’un nombre de points d’interpolation

fixé au démarrage de la méthode. La méthode d’optimisation sans contrainte d’Oeuvray,

BOOSTERS, a également permis de traiter une application en imagerie médicale, et est

adaptée pour prendre en compte une information sur le gradient lorsque celle-ci est dis-

ponible. Wild [178, 177] propose une méthode par région de confiance pour l’optimisation

sans contrainte : ORBIT. Celle-ci permet d’utiliser un modèle RBF ou un modèle qua-

dratique sous déterminé. L’avantage de cette méthode est qu’elle ne maintient pas un

46
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nombre de points d’interpolation fixe au cours des itérations ; celui-ci dépend du nombre

de points disponibles suffisamment proches de l’optimum courant. Wild [179] démontre

la convergence globale vers un point critique du premier ordre de cette méthode. Celle-ci

a permis de résoudre deux problèmes environnementaux : la calibration d’un modèle de

simulation de bassin et l’optimisation de la biorestauration des eaux souterraines.

Ces méthodes de région de confiance pour l’optimisation sans dérivées maintiennent

un modèle (linéaire, quadratique ou de RBF) qui est basé seulement sur les évaluations

de la fonction objectif calculées aux points échantillonnés. Les modèles correspondants

peuvent être construits au moyen de polynômes d’interpolation ou de régression ou par une

autre technique d’approximation. Il n’est pas requis que les modèles soient des fonctions

polynomiales tant qu’une réduction peut-être extraite du sous problème de région de

confiance. Pour ce faire, le modèle doit avoir un comportement local uniforme (parfois

après un nombre fini de modifications de l’ensemble échantillonné) similaire à ce qu’on

pourrait observer avec des modèles de Taylor quand on a accès aux dérivées.

Nous présentons tout d’abord la méthode classique d’optimisation dans une région de

confiance utilisée pour l’optimisation différentiable qui a inspiré les méthodes d’optimi-

sation par région de confiance. Ensuite les différents modèles utilisés par ces méthodes

sont présentés avec leurs propriétés. Le processus permettant de maintenir la qualité des

modèles nécessaire au cours des itérations de la méthode d’optimisation sans dérivées

est décrit par la suite. Puis nous terminons par présenter l’algorithme de cette méthode

d’optimisation sans dérivées basée sur la méthode de région de confiance.

1 Optimisation avec dérivées dans une région de con-

fiance

Nous sommes intéressés, ici, par la minimisation d’une fonction objectif sans contrain-

te :

min
x∈Rn

f(x) (2.1)

où f(x) est une fonction à valeurs dans R.

A chaque itération k, nous définissons le modèle quadratique, Qk(x), qui approche

la fonction objectif dans un voisinage convenable du point courant xk, appelé région de

confiance.

Qk(xk + d) = Qk(xk) + 〈gk, d〉+ 1
2
〈d,Hkd〉

où Qk(xk) = f(xk), gk = ∇xf(xk) et Hk est une approximation symétrique de ∇xxf(xk).

La région de confiance est l’ensemble des points tels que : Bk = {x ∈ Rn, ‖x−xk‖k ≤ ∆k},
où ∆k est le rayon de la région de confiance et ‖ · ‖k est la norme à l’itération k à définir

(généralement les normes `1, `2, `∞ ou une norme variant avec les itérations, par exemple

la norme associée à la matrice Hessienne de la fonction objectif).

Nous cherchons ensuite le pas d’essai dk qui donne le point xk + dk afin de réduire le

modèle tout en vérifiant la contrainte : ‖dk‖k ≤ ∆k. Ce choix de dk est alors le résultat
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2. Optimisation sans dérivées : méthodes de région de confiance

d’un problème de minimisation du modèle quadratique sous contrainte. Après avoir calculé

le pas d’essai, la fonction objectif est évaluée en xk + dk et comparée à la valeur prédite

par le modèle en ce point : Qk(xk + dk). Si une réduction, prédite par le modèle, a été

réalisée par la fonction objectif, le point d’essai est accepté pour la prochaine itération

et le rayon de la région de confiance est augmenté ou reste inchangé. Si la réduction du

modèle s’avère être une mauvaise prédiction du comportement de la fonction objectif, le

point d’essai est rejeté et la région de confiance est rétrécie afin de fournir une meilleure

prédiction dans une région plus petite.

L’algorithme 2.1 proposé par Conn, Gould et Toint [29] est décrit ci-dessous :

Algorithme 2.1 Algorithme de région de confiance classique

(1) Initialisation : le point initial x0 et le rayon initial de la région de confiance

∆0 sont donnés. Les constantes η1, η2, γ1 et γ2 sont aussi données et satisfont :

0 < η1 ≤ η2 < 1 et 0 < γ1 ≤ γ2 < 1. Calcul de f(x0) et k = 0.

(2) Itérations à région de confiance fixée

(a) Définition du modèle : choix de la norme ‖ · ‖k et définition du modèle Qk dans

Bk.
(b) Calcul du pas dk qui minimise le modèle Qk et tel que xk + dk ∈ Bk.
(c) Validation du point d’essai : évaluation de f(xk + dk) et de

Rk = f(xk)−f(xk+dk)
Qk(xk)−Qk(xk+dk)

.

Si Rk ≥ η1 ⇒ xk+1 = xk + dk, sinon xk+1 = xk

(d) Mise à jour du rayon de la taille de région de confiance :

∆k+1 ∈





[∆k,∞), si Rk ≥ η2,

[γ2∆k,∆k], si Rk ∈ [η1, η2),

[γ1∆k, γ2∆k], si Rk < η1.

k = k + 1 et on retourne au début de l’étape (2).

Le critère d’arrêt de l’algorithme 2.1 peut-être une mesure sur le gradient de la fonction

objectif en xk, ‖∇xf(xk)‖. Un aspect important des méthodes de région de confiance est

la forme de la région de confiance elle-même, qui est déterminée par la norme utilisée

dans l’étape (2)(a) (typiquement la norme associée à la matrice Hessienne de la fonction

objectif). Idéalement, cette forme de région de confiance devrait refléter la région où le

modèle approche au mieux la fonction objectif qui correspond à la région dans laquelle la

fraction R(d) = f(xk)−f(xk+d)
Qk(xk)−Qk(xk+d)

est proche de 1.

2 Modèles de la fonction objectif

Des modèles d’interpolation ou de régression polynomiaux d’ordre élevé ou des modè-

les RBF quelconques peuvent être utilisés par ces méthodes. Mais en pratique, les trois

différents types de modèles utilisés dans la littérature sont les modèles d’interpolation

linéaire, quadratique et les modèles RBF cubiques.
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En général, les modèles d’interpolation utilisés pour l’optimisation sans dérivées font

partie de l’espace Pdn des polynômes de degré inférieur ou égal à d dans Rn.

Nous présentons quelques propriétés de ces modèles pour l’interpolation. Notons que

des propriétés équivalentes existent dans le cas de la régression (voir [28]).

2.1 Modèle linéaire

L’intérêt envers les bases positives fut récemment relancé par l’introduction et l’ana-

lyse de classes d’algorithmes de recherche directe en optimisation. Celles-ci permettent

également la construction de modèle linéaire pour les méthodes de région de confian-

ce [133].

Définition 2.1 Une base positive est un ensemble de vecteurs minimal dont les com-

binaisons linéaires positives engendrent l’espace Rn en entier.

On peut aisément démontrer que la cardinalité de chaque base positive est bornée

inférieurement par n + 1 (nombre de termes d’un polynôme de degré 1 complet) et

supérieurement par 2n.

Soit Y = {y0, y1, ..., yn} ∈ Rn. Soit m(x), un polynôme de degré d = 1 interpolant la

fonction objectif f aux points de Y , c’est à dire satisfaisant les conditions d’interpolation

m(yi) = f(yi), i = 0, ..., n. (2.2)

Nous pouvons écrire m(x) = α0 + α1x1 + ... + αnxn, en utilisant la base de l’espace P1
n

des polynômes de degré 1 : φ̄ = 1, x1, ..., xn. Nous pouvons réécrire 2.2 comme




1 y0
1 · · · y0

n

1 y0
1 · · · y1

n
...

...
...

...

1 yn1 · · · ynn







α0

α1

...

αn


 =




f(y0)

f(y1)
...

f(yn)


 .

On note M , la matrice de ce système linéaire :

M = M(φ̄, Y ) =




1 y0
1 · · · y0

n

1 y0
1 · · · y1

n
...

...
...

...

1 yn1 · · · ynn


 . (2.3)

Définition 2.2 L’ensemble Y = {y0, y1, ..., yn}, est unisolvant (”poised”) pour l’in-

terpolation linéaire dans Rn si la matrice correspondante M(φ̄, Y ) est inversible.

Soit B(y0; ∆(Y )) la plus petite boule fermée centrée en y0 de rayon ∆ = ∆(Y ) =

max1≤i≤p ‖yi − y0‖ contenant Y .
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Hypothèses 2.3 Supposons que Y = {y0, y1, ..., yn} ⊂ Rn est un ensemble unisolvant

de points au sens de l’interpolation linéaire, contenu dans la boule B(y0; ∆(Y )) de rayon

∆ = ∆(Y ) (le diamètre de la plus petite boule B(Y ) contenant Y ). Et la fonction f

est continûment différentiable dans un domaine ouvert Ω contenant B(y0; ∆) et ∇f est

Lipschitz continu dans Ω avec la constante ν > 0.

Par la méthode d’élimination de Gauss-Jordan, on peut réduire la matrice M =

M(φ̄, Y ) à

[
1 y>0
0 L

]
, (2.4)

avec

L = [y1 − y0 · · · yn − y0]>.

Théorème 2.4 Supposons l’hypothèse 2.3. Le gradient du modèle d’interpolation linéaire

satisfait, pour tout point y ∈ B(y0; ∆), une erreur de la forme

‖∇f(y)−∇m(y)‖ ≤ κeg∆,

où κeg = ν(1 + n
1
2‖L̂−1‖/2) et L̂ = L/∆.

Théorème 2.5 Sous l’hypothèse 2.3, le modèle d’interpolation linéaire satisfait, pour tout

point y ∈ B(y0; ∆), une erreur de la forme

|f(y)−m(y)| ≤ κef∆
2,

où κef = κeg + ν/2.

Nous remarquons que l’erreur d’interpolation d’un modèle linéaire complet dépend du

rayon de la région de confiance, ainsi que de la constante de Lipschitz.

2.2 Modèle quadratique

Il est également possible d’utiliser des modèles plus complexes, dans l’espace P2
n des

polynômes de degré inférieur ou égal à 2, ou polynômes quadratiques. L’approximation

locale de la fonction objectif f(x) s’écrit alors :

Qk(xk + d) = Qk(xk) + 〈gk, d〉+ 1
2
〈d,Hkd〉.

Pour construire ces modèles, nous pouvons par exemple choisir la base naturelle donnée

par les polynômes de Lagrange ou par les polynômes de Newton. Il est également possible

de construire des modèles quadratiques sous déterminés.
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2.2.1 Modèle quadratique complet basé sur les polynômes de Lagrange

Soient les points d’interpolation Y = {y0, y1, ..., yp}, où le polynôme m(x) interpole la

fonction f(x) (avec φj une base de P2
n de dimension p1 = p+ 1 = (n+ 1)(n+ 2)/2) :

m(x) =

p∑

j=0

αjφj(y
i) = f(yi), i = 0, ..., p. (2.5)

On obtient le système linéaire suivant :

M(φ, Y )αφ = f(Y ),

où M(φ, Y ) =




φ0(y0) φ1(y0) · · · φp(y
0)

φ0(y1) φ1(y1) · · · φp(y
1)

...
...

...
...

φ0(yp) φ1(yp) · · · φp(y
p)


 ,

αφ =




α0

α1

...

αp


 , et f(Y ) =




f(y0)

f(y1)
...

f(yp)


 ,

De manière analogue à l’interpolation linéaire, la définition d’un ensemble unisolvant

est la suivante :

Définition 2.6 L’ensemble Y = {y0, y1, ..., yp} est unisolvant pour l’interpolation

quadratique dans Rn si la matrice correspondante M(φ, Y ) est inversible pour la base

correspondante φ dans P2
n.

L’unisolvance mesure le conditionnement de la matrice des conditions d’interpolation

M(φ, Y ).

Lemme 2.7 Soit une fonction f : Rn → R et un ensemble unisolvant Y ∈ Rn, le po-

lynôme d’interpolation m(x) ,défini en 2.5, existe et est unique.

Définition 2.8 Soit un ensemble de points d’interpolation Y = {y0, y1, ..., yp}, une base

de p1 = p+1 = 1
2
(n+1)(n+2) polynômes `j(x), j = 0, ..., p, (dans l’espace des polynômes

de degré inférieur ou égal à 2 dans Rn : P2
n) est appelée une base de polynômes de

Lagrange si

`j(y
i) = δij =

{
1 si i = j

0 si i 6= j.
(2.6)

Lemme 2.9 Pour toute fonction f : Rn → R et tout ensemble unisolvant

Y = {y0, y1, ..., yp} ⊂ Rn,
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l’unique polynôme de P2
n, m(x), qui interpole f(x) en Y s’exprime de la façon suivante :

m(x) =

p∑

i=0

f(yi)`i(x), (2.7)

où `i(x), i = 0, ..., p est la base de polynômes de Lagrange pour Y .

Définition 2.10 Soit Λ > 0 et l’ensemble B ∈ Rn. φ = {φ0(x), φ1(x), ..., φp(x)} une base

dans P2
n. L’ensemble unisolvant Y = {y0, y1, ..., yp} est dit Λ-unisolvant dans B au

sens de l’interpolation si et seulement si

◦ pour la base des polynômes de Lagrange associée à Y

Λ ≥ max
0≤i≤p

max
x∈B
|`i(x)|,

ou de manière équivalente

◦ pour tout x ∈ B, il existe λ(x) ∈ Rp1 tel que

p∑

i=0

λi(x)φ(yi) = φ(x) avec ‖λ(x)‖∞ ≤ Λ,

c’est-à-dire que M peut être replacé dans la base canonique de manière unique :

M(φ, Y )>λ(x) = φ(x).

Notons que cette définition n’implique pas que l’ensemble de point Y soit contenue

dans l’ensemble B dans lequel les valeurs absolues du polynôme de Lagrange sont maxi-

misées. Toutefois, comme nous allons le voir, pour garantir la validité de l’algorithme 2.2

permettant de construire un ensemble Λ-unisolvant, les points sont générés dans B.

De manière analogue aux hypothèses 2.3 pour l’interpolation linéaire, on pose :

Hypothèses 2.11 Supposons que Y = {y0, y1, ..., yp} ⊂ Rn, avec p1 = p + 1 = (n +

1)(n+2)/2, est un ensemble de points échantillonnés unisolvant au sens de l’interpolation

quadratique contenu dans B(y0; ∆(Y )) de rayon ∆ = ∆(Y ). Et nous supposons que la

fonction f est deux fois continûment différentiable dans un domaine ouvert Ω contenant

B(y0; ∆) et ∇2f est Lipschitz continu dans Ω avec la constante ν2 > 0.

La mesure de conditionnement de la matrice des conditions d’interpolation M(φ, Y )

peut être utilisé pour évaluer l’unisolvance de l’ensemble Y . Cette mesure peut être grande

suivant le choix de la base φ et la normalisation des Y . Soit Ŷ = {0, ŷ1, ..., ŷp} ⊂ B(0, 1)

et max1≤i≤p ‖ŷi − ŷ0‖ = max1≤i≤p ‖ŷi‖ = 1, et la base naturelle φ̄ suivante :

φ̄ = {1, x1, x2, ..., xn, x
2
1/2, x1x2, ..., xn−1xn, x

2
n/2}. (2.8)

La matrice M̂ est la matrice M(φ, Ŷ ) avec le choix de la base naturelle φ̄.

Théorème 2.12 Supposons l’hypothèse 2.11. Alors, pour tout point y ∈ B(y0; ∆(Y )),

nous obtenons
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◦ l’erreur entre la Hessienne du modèle d’interpolation quadratique et la Hessienne de

la fonction :

‖∇2f(y)−∇2m(y)‖ ≤ κeh∆,

◦ l’erreur entre le gradient du modèle d’interpolation quadratique et le gradient de la

fonction :

|∇f(y)−∇m(y)‖ ≤ κeg∆
2,

◦ l’erreur entre le modèle d’interpolation quadratique et la fonction :

|f(y)−m(y)| ≤ κef∆
3,

où κeh, κeg et κef sont donnés par :

κeh = 3
√

2p
1
2ν2‖Q̂−1‖/2,

κeg = 3(1 +
√

2)p
1
2ν2‖Q̂−1‖/2,

κef = (6 + 9
√

2)p
1
2ν2‖Q̂−1‖/4 + ν2/6.

La matrice Q̂ est la matrice formée des dernières p = (n+1)(n+2)/2−1 lignes et colonnes

de la matrice M̂ = M(φ̄, Ŷ ), avec Ŷ = Y/∆ ⊂ B(0, 1) l’ensemble des points normalisés.

De plus, si l’ensemble Ŷ est Λ-unisolvant dans la boule unité B(0, 1) centrée en 0, le

résultat suivant est démontré dans [28] :

Théorème 2.13

‖Q̂−1‖ ≤ ‖M̂−1‖ ≤ θp
1
2
1 Λ, (2.9)

avec θ > 0 dépendant de n, mais indépendant de Ŷ et Λ.

Donc l’erreur d’interpolation est faible lorsque ‖Q̂−1‖ est petit et donc lorsque la

mesure d’unisolvance Λ est minimisée.

Nous remarquons que l’erreur d’interpolation d’un modèle quadratique complet dé-

pend du rayon de la région de confiance et de la constante de Lipschitz (d’ordre 2 pour

le quadratique), comme pour le modèle linéaire, mais également de la constante d’uni-

solvance Λ. Ainsi, la qualité du modèle de la fonction objectif est liée à l’unisolvance de

l’ensemble des points d’interpolation échantillonnés.

2.2.2 Polynômes fondamentaux de Newton

Dans le cas des polynômes quadratiques, nous pouvons aussi choisir la base naturelle

donnée par (2.8).

La différence avec les polynômes de Lagrange réside dans le fait que les points d’inter-

polation et les polynômes fondamentaux de Newton sont groupés en blocs. On organise

ainsi les points de l’ensemble d’interpolation Y en d+ 1 = 3 blocs.

Y [`] = {y[`]
1 , ..., y

[`]

|Y [`]|} (` = 0, ..., d),
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avec le `-ième bloc contenant : |Y [`]| = C`
`+n−1 points (où Ck

n est un coefficient binomial).

A chaque point y
[`]
i ∈ Y [`] correspond un seul polynôme fondamental de Newton N

[`]
i ,

de degré ` satisfaisant les conditions :

N
[`]
i (y

[m]
j ) = δijδ`m, pour tout y

[m]
j ∈ Y [m] avec m ≤ `. (2.10)

Le polynôme d’interpolation m(x) est alors :

m(x) =
∑

y
[`]
i ∈Y

y
[`]
i (Y, f)N

[`]
i (x), (2.11)

où les coefficients y
[`]
i (Y, f) sont des différences finies généralisées appliquées à f .

Des propriétés équivalentes sur l’”unisolvance” de l’échantillon de points existent dans

le cadre de l’utilisation de polynômes de Newton fondamentaux. Une borne sur l’erreur

d’interpolation peut également être obtenue pour les polynômes de Newton fondamentaux

[29, 28, 167]. Un avantage de ces polynômes sur les polynômes de Lagrange est le fait que

les polynômes associés avec les blocs d’ordre faible sont indépendants des blocs d’ordre

élevé. Ainsi, lorsque l’ensemble des points d’interpolation Y ne contient pas suffisamment

de points pour construire un modèle quadratique complet, un bloc de points échantillonnés

pour l’interpolation linéaire peut être utilisé comme base linéaire.

Cependant, le nombre d’évaluations de fonction requis pour obtenir un ensemble de

points unisolvant pour l’interpolation quadratique n’est pas très attirant pour une grande

partie des problèmes. Pour cette raison, l’utilisation de modèle quadratique sous déterminé

ou de modèle à base de ”Radial Basis Functions” permet de prendre en compte une

information sur la courbure de la fonction objectif pour un coût sensiblement plus élevé

que pour l’utilisation de modèle linéaire, mais cependant moindre que pour l’utilisation

de modèle quadratique complet. Notons que les polynômes de Lagrange ou de Newton

pourraient également être utilisés pour d > 2, pour un modèle plus précis de la fonction,

mais la construction de modèles plus précis demanderait un coût encore plus important.

2.2.3 Modèle quadratique sous déterminé

Un modèle est sous déterminé lorsque le nombre de points d’interpolation p dans Y est

inférieur aux nombres d’éléments dans la base des polynômes φ (dans le cas quadratique

q1 = q+ 1 = (n+ 1)(n+ 2)/2). Dans ce cas, la matrice M(φ, Y ) définissant les conditions

d’interpolation a plus de colonnes que de lignes et le polynôme d’interpolation défini par

m(yi) =

q∑

k=0

αkφk(y
i) = f(yi), i = 0, ..., p, (2.12)

n’est pas unique.

Ce modèle est intéressant pour l’optimisation sans dérivées dans la mesure où la si-

mulation de la fonction objectif est coûteuse à calculer. Le moyen de conserver un faible

coût de construction pour l’ensemble des points d’interpolation est d’utiliser des modèles
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linéaires ; toutefois, la convergence est lente car aucune information sur la courbure de

la fonction objectif n’est exploitée. L’utilisation de modèles d’interpolation quadratique

sous déterminés permet de remédier à ce problème, cela nécessite moins de points qu’un

modèle d’interpolation quadratique complet, mais plus de points qu’un modèle d’inter-

polation linéaire. Ces points supplémentaires sont utilisés pour prendre en compte une

information sur la courbure de la fonction. De plus, cette approche peut avec une certaine

connaissance de la fonction objectif permettre de prendre en compte la structure creuse

du gradient et de la Hessienne de la fonction objectif [27].

On définit l’ensemble des polynômes de Lagrange pour l’interpolation quadratique

avec la base naturelle φ̄ (voir l’équation 2.8) et la matrice correspondante M(φ̄, Y ) :

Définition 2.14 Soit un ensemble de points d’interpolation Y = {y0, y1, ..., yp}, avec

p < q (où q1 = q + 1 = (n + 1)(n + 2)/2 est la dimension de P2
n), un ensemble de

p1 = p + 1 polynômes `j(x) =
∑q

i=0(αj)iφ̄i(x), j = 0, ..., p, est appelé un ensemble de

polynômes de Lagrange de norme minimale pour la base φ̄ (voir 2.8) si il est

solution de norme minimale de

`j(y
i) = δij =

{
1 si i = j

0 si i 6= j.
(2.13)

Théorème 2.15 L’ensemble des polynômes de Lagrange de norme minimale existe et

est unique si la matrice M(φ̄, Y ) a ses lignes linéairement indépendantes. Dans ce cas,

l’ensemble Y est dit unisolvant (remarque : M(φ̄, Y )αj = ej+1 j = 0, ..., p, où ej+1 est le

j + 1ème colomne de la matrice identité d’ordre q + 1).

Lemme 2.16 Pour toute fonction f : Rn → R et tout ensemble unisolvant

Y = {y0, y1, ..., yp} ⊂ Rn,

le polynôme d’interpolation de norme minimale m(x) (en termes de base φ̄) qui interpole

f(x) en Y s’exprime de la façon suivante :

m(x) =

p∑

i=0

f(yi)`i(x),

où {`i(x), i = 0, ..., p} est l’ensemble des polynômes de Lagrange de norme minimale pour

Y .

Une définition de Λ-unisolvance valable dans le cadre de modèles d’interpolation qua-

dratique sous déterminés est la suivante :

Définition 2.17 Soit Λ et l’ensemble B ∈ Rn et φ̄ la base naturelle de monomes de P2
n.

L’ensemble unisolvant Y = {y0 = y1, ..., yp} (p < q, où q1 = q+1 est la dimension de P2
n)

est dit Λ-unisolvant dans B au sens de la norme minimale si et seulement si
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◦ pour l’ensemble des polynômes de Lagrange de norme minimale associé à Y

Λ ≥ max
0≤i≤p

max
x∈B
|`i(x)|,

ou de manière équivalente

◦ pour tout x ∈ B, il existe λ(x) ∈ Rp1 tel que

p∑

i=0

λi(x)φ̄(yi) = φ̄(x) avec ‖λ(x)‖∞ ≤ Λ.

Il est important de noter pour la suite qu’un ensemble de p1 ≥ n+1 points bien placés

pour l’interpolation quadratique de norme minimale n’est pas toujours unisolvant pour

l’interpolation linéaire. Typiquement, pour l’utilisation de modèles d’interpolation sous

déterminé, il est préferable de construire des modèles linéaires précis et de les enrichir avec

de l’information sur la courbure, en espérant que la précision du modèle sera meilleure

que celle du modèle linéaire.

Hypothèses 2.18 Supposons que Y = {y0, y1, ..., yp} ⊂ Rn soit un ensemble de points

échantillonnés unisolvant au sens de l’interpolation linéaire (ou régression si p > n)

contenu dans B(y0; ∆(Y )) de rayon ∆ = ∆(Y ). Et nous supposons que la fonction f

est continûment différentiable dans un domaine ouvert Ω contenant B(y0; ∆) et ∇f est

Lipschitz continu dans Ω avec la constante ν > 0.

Il est important de choisir un ensemble de points qui soit unisolvant pour l’interpolation

linéaire, ce qui permet d’avoir l’erreur entre le modèle et la fonction du théorème suivant.

On définit

L̂ =
1

∆
L =

1

∆
[y1 − y0 · · · yp − y0]

et L̂† = (L̂>L̂)−1L̂>. Ces bornes sont indiquées en fonction du conditionnement de cette

version normalisée de L.

Théorème 2.19 Soit l’hypothèse 2.18. Alors, pour tout point y ∈ B(y0; ∆(Y )), nous

avons

◦ l’erreur entre le gradient du modèle d’interpolation quadratique sous déterminé et le

gradient de la fonction est :

‖∇f(y)−∇m(y)‖ ≤ 5
√
p

2
‖L̂†‖(ν + ‖H‖)∆,

◦ l’erreur entre le modèle d’interpolation quadratique sous déterminé et la fonction

est :

|f(y)−m(y)| ≤ 5
√
p

2
‖L̂†‖(ν + ‖H‖)∆2 +

1

2
(ν + ‖H‖)∆2,

où H est la Hessienne du modèle.
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Ainsi, nous notons qu’il est intéressant de construire des modèles pour lesquelles la

norme de la Hessienne reste faible. Par conséquent, nous nous intéressons au modèle de

norme de Frobenius minimale que l’on décrit dans la suite.

Nous considérons maintenant le cas de l’interpolation quadratique sous déterminée en

séparant la base φ̄ en deux parties : la partie linéaire φ̄L = {1, x1, ..., xn} et la partie

quadratique φ̄Q = {x2
1/2, x,x2, ..., x

2
n/2}. Le modèle d’interpolation s’écrit alors :

m(x) = α>Lφ̄L(x) + α>Qφ̄Q(x),

où αL et αQ sont les parties appropriées du vecteur α (parties linéaire et quadratique).

La solution de norme de Frobenius minimale est alors la solution du problème d’opti-

misation en αL et αQ suivant :

min 1
2
‖αQ‖2

s.t. M(φ̄L, Y )αL +M(φ̄Q, Y )αQ = f(Y ).
(2.14)

Cette technique est appelée ainsi car minimiser la norme de αQ est équivalent à minimiser

la norme de Frobenius de la Hessienne de m(x) :

‖A‖F = {
n∑

i=1

n∑

j=1

A2
ij}1/2, A ∈ Rn×n. (2.15)

La condition pour l’existence et l’unicité du modèle de norme de Frobenius minimale

est que la matrice suivante soit inversible :

F (φ̄, Y ) =

[
M(φ̄Q, Y )M(φ̄Q, Y )> M(φ̄L, Y )

M(φ̄L, Y )> 0

]
. (2.16)

L’ensemble Y est alors unisolvant dans le sens de la norme de Frobenius minimale, ce qui

implique l’unisolvance au sens de l’interpolation linéaire et de l’interpolation quadratique

sous déterminée dans le sens de la norme minimale.

Définition 2.20 Soit un ensemble de points d’interpolation Y = {y0, y1, ..., yp}, avec

n < p < q, (q + 1 est la dimension de P2
n), l’ensemble de p1 = p + 1 polynômes `i(x) =∑q

j=0(αi)jφ̄j(x), i = 0, ..., p, est appelé un ensemble de polynômes de Lagrange de

norme de Frobenius minimale pour la base φ̄ si le ième polynôme de Lagrange est

une solution de (2.14) avec la fonction f remplacée par la fonction caractéristique pour

yi, pour tout i = 0, ..., p.

Définition 2.21 Soit Λ > 0 et l’ensemble B ∈ Rn. Soit φ̄ la base naturelle des monomes

de P2
n. L’ensemble unisolvant Y = {y0, y1, ..., yp} (p < q, où q1 = q+ 1 = (n+ 1)(n+ 2)/2

est la dimension de P2
n) est dit Λ-unisolvant dans B au sens de la norme de

Frobenius minimale si et seulement si :

◦ pour l’ensemble des polynômes de Lagrange de norme minimale associé à Y

Λ ≥ max
0≤i≤p

max
x∈B
|`i(x)|,

ou de manière équivalente
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◦ pour tout x ∈ B, il existe λ(x) ∈ Rp1 tel que

min ‖M(φ̄Q, Y
>λ(x)− φ̄Q(x)‖2

s.t. M(φ̄L, Y )>λ(x) = φ̄L(x).
,

avec ‖λ(x)‖∞ ≤ Λ.

Théorème 2.22 Supposons l’hypothèse 2.18. Supposons que Y est Λ-unisolvant dans le

sens de la norme de Frobenius minimale. Soit la borne supérieure ∆max sur ∆, alors la

Hessienne H du modèle de norme Frobenius minimale vérifie :

‖H‖ ≤ 4p1
√
q1νΛ

c(∆max)
,

où c(∆max) = min{1, 1/∆max, 1/∆
2
max}.

Nous remarquons que l’erreur d’interpolation d’un modèle quadratique sous déterminé

dépend comme pour le modèle quadratique à base de polynômes de Lagrange du rayon de

la région de confiance et de la constante de Lipschitz, mais également de la constante

d’unisolvance Λ. Notons comme pour un modèle quadratique complet que la qualité

du modèle de la fonction objectif est liée à l’unisolvance de l’ensemble des points d’in-

terpolation échantillonnés. En revanche, la construction de ce modèle ne nécessite pas

autant d’évaluations de la fonction objectif que la construction d’un modèle quadra-

tique complet. Ces modèles ont été utilisés dans l’optimisation sans dérivées par Powell

[138, 142, 140, 142] et Wild [176, 177], ainsi que dans la méthode SQA présentée dans le

chapitre 3.

2.3 Modèles à base de ”Radial Basis Functions” cubiques

Un modèle de substitution RBF peut être utilisé pour interpoler la fonction f en

Y = {y0, y1, ..., yp}

m(x) =

p∑

i=0

λiφ(‖x− yi‖), (2.17)

où φ(r) = r3 : R+ → R et λ0, ..., λp ∈ R.

Un modèle de la forme suivante est classiquement utilisé [126, 178, 177] :

m(x) =

p∑

i=0

λiφ(‖x− yi‖) +

q∑

j=0

γjpj(x), (2.18)

où pj ∈ Pd−1
n , j = 0, ..., q sont les fonctions de base pour les polynômes (permettant

d’inclure des polynômes de degré d− 1) et γ0, ..., γq ∈ R avec

p∑

i=0

λipj(y
i) = 0, j = 0, ..., q.
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On obtient alors les conditions d’interpolation m(yi) = f(yi), i = 0, ..., p équivalentes à :

[
φ P

P> 0

] [
λ

γ

]
=

[
f(Y )

0

]
, (2.19)

où φij = φ(‖yi−yj‖) et Pij = pj(y
i) pour i, j ∈ {0, ..., p}, et f(Y ) est le vecteur de valeurs

f(y0), ..., f(yp).

Définition 2.23 φ est définie positive conditionnelle d’ordre d lorsque

p∑

i,j=0

φ(‖yi − yj‖)λiλj

est positive pour tous points distincts y0, ..., yp et λ 6= 0 satisfaisant

p∑

i=0

λipj(y
i) = 0, j = 0, ..., q,

où le p représente la base de Pd−1
n .

Les approches de [126, 178, 177] pour l’optimisation sans dérivées utilisent des modèles

RBF cubiques et des polynômes linéaires :

m(x) =

p∑

i=0

λi‖x− yi‖3 + c+ g>x. (2.20)

Dans l’exemple ci-dessus, p ∈ Pn1 est linéaire et φ est définie positive conditionnelle d’ordre

2. Il existe alors un unique modèle interpolant en Y de la forme (2.20) unisolvant pour

l’interpolation linéaire [177]. Dans ce cas précis, n + 1 points d’interpolation permettent

de construire le polynôme d’interpolation linéaire, et les points d’interpolation restants

permettent de construire le terme RBF. Wild, Regis et Shoemaker [178, 177] ont étudié

le conditionnement de la matrice du système (2.19) pour obtenir une borne sur l’erreur

d’interpolation. Oeuvray [126] et Wild, Regis et Shoemaker [178] utilisent ces modèles

dans le cadre de l’optimisation sans dérivées. Ainsi, pour chacun des modèles utilisés par

les méthodes d’optimisation sans dérivées basées sur la méthode de région de confiance,

l’erreur d’interpolation du modèle peut être exprimée. Celle-ci dépend de la constante

d’unisolvance de l’ensemble des points d’interpolation permettant de construire le modèle.

Certains modèles d’interpolation permettent de prendre en compte une information

sur la courbure de la fonction objectif pour un coût sensiblement plus élevé que pour

la construction d’un modèle linéaire, mais ne nécessitent pas autant d’évaluations que la

construction d’un modèle quadratique complet. Ces modèles semblent être de bon choix

pour l’optimisation sans dérivées basée sur la méthode de région de confiance.
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3 Mise à jour de l’échantillon unisolvant pour l’opti-

misation sans dérivées

La méthode d’optimisation sans dérivées présentée dans la section suivante nécessite

l’utilisation de modèle totalement linéaire. Dans cette section, la définition de la classe des

modèles totalement linéaire est présentée, muni d’un algorithme permettant l’amélioration

du modèle. Les modèles quadratiques sous déterminés construient à partir d’un ensemble

Λ-unisolvant font partis de cette classe de modèle.

Nous souhaitons donc modifier l’ensemble Y des points d’interpolation pour améliorer

la qualité du modèle. Nous savons que celle-ci est liée à l’unisolvance de l’ensemble des

points d’interpolation. Un algorithme permettant d’améliorer (et maintenir) la constante

d’unisolvance pour l’ensemble des points d’interpolation sera présenté. Rappelons que la

définition de Λ-unisolvance (définitions 2.10 ou 2.17) requiert que le maximum des valeurs

absolues des polynômes de Lagrange associés aux points d’interpolation soit inférieur à

Λ.

Hypothèses 3.1 Supposons qu’un ensemble S ⊂ Rn et un rayon ∆max soient donnés.

Supposons que f est continûment différentiable avec un gradient Lipschitz continu dans un

domaine ouvert approprié contenant le voisinage ∆max de l’ensemble S : ∪x∈SB(x; ∆max).

Définition 3.2 Soit la fonction f : Rn → R, qui satisfait l’hypothèse 3.1. Un ensemble de

modèles M = {m : Rn → R,m ∈ C1} est appelé une classe de modèles totalement

linéaires si :

(1) Il existe des constantes positives κef , κeg et νm1 telles que pour tout x ∈ S et ∆ ∈ (0,∆max],

il existe un modèle m(x + s) dans M, avec un gradient Lipschitz continu ainsi qu’une

constante de Lipschitz bornée par νm1 tel que :

◦ l’erreur entre le gradient du modèle et le gradient de la fonction vérifie

‖∇f(x+ s)−∇m(x+ s)‖ ≤ κeg∆, ∀s ∈ B(0; ∆), (2.21)

◦ l’erreur entre le modèle et la fonction vérifie

|f(x+ s)−m(x+ s)| ≤ κef∆
2, ∀s ∈ B(0; ∆), (2.22)

Ainsi le modèle m est dit totalement linéaire dans B(x; ∆).

(2) Pour cette classe M il existe un algorithme permettant l’amélioration du modèle qui en

un nombre d’itérations fini (uniformément borné) peut :

◦ permettre d’établir si un modèle m ∈M est totalement linéaire dans B(x; ∆) (on parle

de modèle certifié totalement linéaire),

◦ ou trouver un modèle m̃ ∈M qui est totalement linéaire dans B(x; ∆).

Pour Λ > 1, nous remarquons qu’un modèle d’interpolation polynomial linéaire cons-

truit à partir d’un ensemble Λ-unisolvant est un élément de la classe des modèles totale-

ment linéaires, pour qui les constantes κef et κeg dépendent seulement de Λ, du cardinal
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de l’ensemble échantillonné, p1, de la dimension de l’espace des polynômes, q1, et de la

constante de Lipschitz de∇f (voir les définitions et théorèmes 2.2, 2.4 et 2.5). Les modèles

de norme de Frobenius minimale basés sur un ensemble Λ-unisolvant, au sens de la norme

de Frobenius minimale, sont totalement linéaires avec κef et κeg dépendant seulement de

Λ, p1, q1 et de la constante de Lipschitz de ∇f (voir les définitions et théorèmes 2.17

et 2.19). Une définition équivalente de modèle totalement quadratique dans le cadre de

l’approximation quadratique est donnée dans [28].

Le maximum des valeurs absolues des polynômes de Lagrange `(x) dans la région

d’intérêt définit la Λ-unisolvance de l’ensemble d’interpolation dans la région (voir les

définitions 2.10 et 2.17). Il est alors naturel de contrôler la valeur de `(x) dans le but de

maintenir l’unisolvance de l’ensemble d’interpolation.

Il est nécessaire d’avoir une procédure qui permet de vérifier si un ensemble de points

d’interpolation Y est Λ-unisolvant dans une boule B. Dans le cas où l’ensemble n’est pas

Λ-unisolvant, cette procédure effectue une étape d’amélioration qui permet en un nombre

fini d’étapes de garantir que l’ensemble Y devienne Λ-unisolvant. Pour vérifier si y est

Λ-unisolvant, les maximums de la valeur absolue des polynômes de Lagrange dans B sont

calculés. Si la valeur absolue maximale est inférieure à Λ, l’ensemble Y est Λ-unisolvant.

Dans le cas contraire, le point d’interpolation correspondant au polynôme de Lagrange

de la valeur absolue maximale est remplacé par le point qui maximise ce polynôme de

Lagrange dans la boule. L’algorithme permettant l’amélioration du modèle de la définition

de la classe de modèles totalement linéaires est alors l’algorithme 2.2 pour les modèles

construient à base de polynômes de Lagrange.

Algorithme 2.2 Améliorer l’unisolvance à l’aide des polynômes de Lagrange

Initialisation : Choisir une constante Λ > 1. Supposons que l’ensemble des points

d’interpolation Y0 est unisolvant (de cardinal p1). Calculer les polynômes de Lagrange

`i(x), i = 0, ..., p associés à Y0. Pour k=1,2,...

(1) Estimer

Λk−1 = max
0≤i≤p

max
x∈B
|`i(x)|.

Λk−1 peut être calculé exactement en maximisant la valeur absolue de tous les

polynômes de Lagrange dans B.

(2) Si Λk−1 > Λ, alors on détermine ik ∈ {0, ..., p}, un indice pour lequel

max
x∈B
|`ik(x)| > Λ,

et yik∗ ∈ B un point qui maximise `ik(x) dans B (approché ou exact suivant la

première étape). Mettre à jour Yk en effectuant l’échange de points suivant : Yk
devient Yk−1 ∪ {yik∗ } \ {yik}.
Autrement (i.e., Λk−1 ≤ Λ), Yk−1 est Λ-unisolvant, l’algorithme s’arrête.

(3) Mise à jour de tous les coefficients des polynômes de Lagrange.

Ainsi, la mise à jour des polynômes de Lagrange, lors du remplacement du point
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yk par le point yk∗ dans l’ensemble des points d’interpolation Y , consiste à effectuer les

changements suivants (si `k(y
k
∗) 6= 0) :

`∗k(x) = `k(x)/`k(y
k
∗), (2.23)

`∗j(x) = `j(x)− `j(yk∗)`∗k(x), ∀j ∈ {0, ..., p}, j 6= k, (2.24)

où `∗j(x) sont les nouveaux polynômes de Lagrange correspondant à Y ∪ {yk∗} \ {yk}.
D’après les thèorèmes 2.9 et 2.12, puis 2.19 et 2.22, plus la valeur de Λ est faible, plus

le modèle est considéré comme un bon modèle (lorsqu’un des points d’interpolation est

considéré comme le centre de la région de confiance B, Λ > 1). Le polynôme de Lagrange

correspondant au point sélectionné par la maximisation des polynômes de Lagrange dans

la boule subit ensuite les mises à jour 2.23 et 2.24, ce qui peut améliorer l’unisolvance.

Théorème 3.3 Pour tout Λ > 1 donné, une boule fermée B, et une base polynomiale φ,

l’algorithme 2.2 se termine avec un ensemble Y Λ-unisolvant après au plus N = N(Λ, φ)

itérations, où N est une constante qui dépend de Λ et φ.

Dans le cas de modèles de norme de Frobenius minimale, l’ensemble de polynômes de

Lagrange est, de la même manière que pour les modèles quadratiques complets, calculé

en résolvant un système d’équations linéaires. Lorsque la matrice de ce système 2.16 est

inversible, la mise à jour de l’ensemble d’interpolation pour génerer un ensemble unisolvant

est plus complexe que pour la construction d’un modèle quadratique complet. Une mise

à jour efficace de l’ensemble des points d’interpolation (équivalente à l’algorithme 2.2)

permettant de maintenir la Λ-unisolvance au sens de la norme de Frobenius minimale

est suggérée dans [138]. Notons que l’étape de mise à jour des polynômes de Lagrange de

l’algorithme 2.2 est adaptée pour prendre en compte les polynômes de norme de Frobenius

minimale. Le théorème suivant équivalent au théorème (3.3) montre que dans le cas de

polynômes de norme de Frobenius minimale, le nombre d’itérations de l’algorithme 2.2

est également fini.

Théorème 3.4 Pour tout Λ > 1 donné, une boule fermée B, et une base polynomiale φ,

l’algorithme 2.2 pour les polynômes de Lagrange de norme de Frobenius minimale termine

avec un ensemble Y Λ-unisolvant après au plus N = N(Λ, φ) itérations, où N est une

constante qui dépend de Λ et φ.

Les démonstrations des théorèmes sont présentent dans [34].

4 Méthode d’optimisation sans dérivées basée sur la

méthode de région de confiance

Après avoir présenté la construction de modèle quadratique à partir de polynômes

de Lagrange et une procédure permettant d’en controler la qualité par modification
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DE RÉGION DE CONFIANCE

de l’échantillon de points d’interpolation, la méthode d’optimisation sans dérivées est

présentée.

Considérons le modèle quadratique

mk(xk + s) = mk(xk) + s>gk + 1
2
s>Hks. (2.25)

Dans le cadre de l’optimisation sans dérivées, nous utilisons des modèles où Hk 6= ∇2f(xk),

gk 6= ∇f(xk) (et même parfois mk(xk) 6= f(xk) pour la régression).

A chaque itération, le modèle mk(xk + s) approche la fonction f dans un voisinage

de xk, la région de confiance B(xk,∆k) = {x ∈ Rn, ‖x − xk‖ ≤ ∆k}, avec ∆k le rayon

de la région de confiance et ‖ · ‖ une norme (souvent euclidienne). Le sous problème

d’optimisation dans la région de confiance que nous considérons est le suivant :

min
x∈B(0,∆k)

mk(xk + s). (2.26)

Le pas de Cauchy

Définition 4.1 Le pas de Cauchy sCk est le pas vers le minimum du modèle dans la

direction de plus forte pente dans la région de confiance. Si nous définissons

tCk = arg mint≥0:xk−tgk∈B(xk;∆k)mk(xk − tgk),
le pas de Cauchy est donné par :

sCk = −tCk gk. (2.27)

Théorème 4.2 Considérons le modèle 2.25 et le pas de Cauchy 2.27. Alors

mk(xk)−mk(xk + sCk ) ≥ 1
2
‖gk‖min{ ‖gk‖‖Hk‖

,∆k}, (2.28)

où nous supposons ‖gk‖/‖Hk‖ = +∞ lorsque Hk = 0.

En réalité, il n’est pas nécessaire de trouver le pas de Cauchy pour obtenir la conver-

gence vers un point critique du premier ordre.

La mise à jour du rayon de la région de confiance

Supposons que l’itération courante est k, l’itéré courant xk, et que le candidat pour

l’itération suivante est xk + sk. Soit ν0, ν1 et γ satisfaisant γ ∈ (0, 1) et 0 ≤ ν0 ≤ ν1 < 1

(avec ν1 6= 0).

(1) ρk = f(xk)−f(xk+sk)
mk(xk)−mk(xk+sk)

(2) Test de réduction suffisante : si ρk ≥ ν1, le nouveau point xk + sk est accepté, sinon

le point candidat est rejeté.

(3) Test de réduction simple : si ρk ≥ ν0, le nouveau point xk + sk est accepté, mais la

région de confiance est réduite si ρk < ν1, sinon le point candidat est rejeté.

(4) Mise à jour de la région de confiance : ∆k+1 ∈
{

[∆k,∞), si ρk ≥ ν1,

{γ∆k}, si ρk < ν1.

L’idée importante, qui assure la convergence, est que plus le rayon de la région de

confiance devient petit, plus le modèle est bon [34].
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Description de la méthode

L’algorithme d’optimisation sans dérivées sans contraintes est présenté dans l’algorithme

2.4. Notons que le modèle mk et le rayon de région de confiance ∆k sont fixé après l’étape

critique. L’itération termine par définir le modèle mC
k et le rayon de région de confiance

∆C
k courant pour la prochaine itération, qui peuvent être modifié par l’étape critique.

La procédure de l’étape critique de l’algorithme 2.4 est décrite dans l’algorithme 2.3.

Algorithme 2.3 Etape critique

Cet algorithme est appliqué seulement si ‖gCk ‖ ≤ εc et au moins une des propositions

suivantes est vérifiée : le modèle mC
k n’est pas certifié totalement linéaire dans B(xk; ∆C

k )

ou ∆C
k > µ‖gCk ‖. La constante ω ∈ (0, 1) est choisie lors de l’initialisation de l’algorithme

2.4.

(1) Initialisation : i = 0 et m
(0)
k = mC

k .

(2) Répéter jusqu’à ∆̃k ≤ µ‖g(i)
k ‖ : i = i+1. Utiliser l’algorithme 2.2 d’amélioration de

modèle pour améliorer le précédent modèle m
(i−1)
k jusqu’à ce qu’il soit totalement

linéaire dans B(xk;ω
i−1∆C

k ) (cela peut être fait en un nombre fini uniformément

borné d’étapes déterminé par le choix, à l’étape d’initialisation de l’algorithme 2.4,

de l’algorithme d’amélioration de modèle). Le nouveau modèle est noté m
(i)
k . ∆̃k =

ωi−1∆C
k et m̃k = m

(i)
k .

L’algorithme 2.3 reprend quelques idées de l’Implicit Filtering (voir section 3.1.2 du

chapitre 1) pour améliorer le modèle courant.

Eléments pour démontrer la convergence vers un point critique de premier

ordre

La convergence de la méthode présentée dans l’algorithme 2.3 présentant l’étape critique

est démontrée dans [34]. Celle-ci se termine après un nombre finis de pas d’amélioration

si ‖∇f(xk)‖ 6= 0. Si ‖∇f(xk)‖ = 0, l’étape critique de l’algorithme 2.3 boucle jusqu’au

critère d’arrêt.

Hypothèses 4.3 Supposons que f a une borne inférieure L(x0) ; alors il existe une

constante κ∗ telle que, pour tout x ∈ L(x0), f(x) ≥ κ∗.

Hypothèses 4.4 Il existe une constante κbhm > 0 telle que, pour tout xk généré par

l’algorithme 2.4

‖Hk‖ ≤ κbhm. (2.29)

A partir des trois hypothèses (3.1), (4.3) et (4.4) et de la convergence de ∆k vers 0,

la convergence de l’algorithme 2.4 vers un point critique du premier ordre est démontrée

dans [34].
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Algorithme 2.4 Méthode d’optimisation avec région de confiance basée sur un modèle

quadratique

(1) Initialisation : choix d’une classe de modèles totalement linéairesM et d’un algo-

rithme permettant l’amélioration du modèle. Le point initial x0 et le rayon maximal

de la région de confiance ∆max sont donnés. Nous supposons que le modèle initial

mC
0 (x0 + s) et le rayon de la région de confiance ∆C

0 ∈ (0,∆max] sont donnés. Les

constantes η0, η1, γ, γinc, εc, β, µ et ω sont données et satisfont : 0 ≤ η0 ≤ η1 < 1

(η1 6= 0), 0 < γ1 < 1 < γinc, εc > 0, µ > β > 0 et ω ∈ (0, 1). k = 0.

(2) Etape critique : si ‖gCk ‖ > εc, alors mk = mC
k et ∆k = ∆C

k . Si ‖gCk ‖ ≤ εc, alors

l’algorithme 2.2 d’amélioration de modèle est utilisé pour vérifier si le modèle mC
k

est totalement linéaire dans B(xk; ∆C
k ). Si une des conditions suivantes est vérifiée :

◦ le modèle mC
k n’est pas certifié totalement linéaire dans B(xk; ∆C

k ),

◦ ∆C
k > µ‖gCk ‖,

alors l’algorithme 2.3 est appliqué pour construire un modèle m̃k(xk+s) totalement

linéaire (pour les constantes κef , κeg et νm1 ) dans la boule B(xk; ∆̃k), pour tout

∆̃k ∈ (0, µ‖g̃k‖]. Dans ce cas,

mk = m̃k et ∆k = min{max{∆̃k, β‖g̃k‖},∆C
k }.

Autrement, fixer mk = mC
k et ∆k = ∆C

k .

(3) Minimisation du modèle : calculer le pas sk qui réduit suffisamment le modèle

mk tel que xk + sk ∈ B(xk; ∆k).

(4) Validation du point d’essai : calculer f(xk + sk) et définir

ρk =
f(xk)− f(xk + sk)

mk(xk)−mk(xk + sk)
.

Si ρk ≥ η1 ou si ρk ≥ η0 et le modèle est totalement linéaire dans B(xk,∆k), alors

xk+1 = xk + sk et le modèle mC
k+1(xk+1 + s) est mis à jour en incluant le nouvel

itéré xk+1 dans l’ensemble échantillonné. Autrement le modèle et l’itération restent

inchangés (mC
k+1 = mk et xk+1 = xk).

(5) Amélioration du modèle : si ρk < η1, utiliser l’algorithme 2.2 d’amélioration du

modèle pour

◦ tenter de certifier que le modèle mk est totalement linéaire dans B(xk; ∆k),

◦ si nous ne pouvons pas certifier que le modèle mk est totalement linéaire, une ou

plusieurs étapes d’amélioration sont effectuées.

mC
k+1 est le nouveau modèle.

(6) Mise à jour du rayon de la région de confiance :

∆C
k+1 ∈





[∆k,min{γinc∆k,∆max}], si ρk ≥ η1,

{γ∆k}, si ρk < η1 et mk est totalement linéaire,

{∆k}, si ρk < η1

et mk n’est pas certifé totalement linéaire.

k = k + 1 et on retourne au début de l’étape (2).
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Chapitre 3
Sequential Quadratic Approximation (SQA)

Ce chapitre décrit la méthode SQA (Sequential Quadratic Approximation), basée sur

la méthode d’optimisation sans contrainte NEWUOA de Powell [139, 140]. Cette méthode

utilise un modèle quadratique interpolant la fonction objectif dans une région de confiance.

Elle a été développée au cours de cette thèse afin de résoudre le problème d’optimisation

sans dérivées sous contraintes suivant :

min
x∈Rn

f(x), (3.1)

sous les contraintes {
CDB(x) ≤ 0,

CDF (x) ≤ 0,
(3.2)

où CDB représente les contraintes ”derivative based” (appelées également ”lower-level

constraints” dans [51]), contraintes dont les dérivées sont connues et CDF représente les

contraintes ”derivative free” (appelées également ”upper-level constraints” dans [51]),

contraintes dont les dérivées ne sont pas connues ; ces contraintes sont également appelées

contraintes ”bôıtes noires” ou contraintes ”difficiles” (CDB : Rn → RnDB , CDF : Rn →
RnDF ). Il est à noter que ces deux types de contraintes peuvent être linéaires ou non

linéaires.

Les approximations quadratiques de la fonction objectif sont très utilisées pour accélé-

rer la convergence des algorithmes d’optimisation sans dérivées, la courbure de la fonction

objectif étant ainsi prise en compte. Ces méthodes ont été évaluées en pratique sur des

problèmes de conception de pale d’un rotor d’hélicoptère [18], ainsi que sur un problème

de conception d’agitateur [166].

Ce chapitre est organisé de la façon suivante. Nous présentons tout d’abord le principe

général de la méthode d’optimisation sous contraintes par modèle quadratique approché

(sous déterminé ou complet) dans une région de confiance, SQA, ainsi que son exten-
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sion pour prendre en compte des contraintes. Puis, deux exemples de l’évolution des pa-

ramètres de l’algorithme sous contraintes sont représentés. Enfin, certaines perspectives

d’amélioration de notre méthode seront proposées.

1 Principe général et prise en compte des contraintes

La méthode SQA est une méthode permettant l’optimisation de fonction sans dérivées

sous contraintes. Elle consiste à transformer la résolution du problème d’optimisation (3.1)

en la résolution d’une suite de problèmes d’optimisation locale (voir le chapitre 2). Cette

méthode fait évoluer de manière séquentielle un modèle de la fonction objectif et des

contraintes (construit à partir des évaluations précédentes) valable dans une région de

confiance de rayon ∆ autour du point optimal courant. Cette région de confiance évolue

en fonction de l’adéquation du modèle à la fonction objectif. Une seconde région évolue

au cours des itérations, celle-ci a pour but de maintenir assez de distance entre les points

d’interpolation ; elle agit comme un zoom sur le point optimal courant, et ne fait donc

que diminuer au cours des itérations de la même manière que la méthode NEWUOA de

Powell [139].

La prise en compte des contraintes dans les méthodes d’interpolation par région de

confiance est relativement naturelle pour les contraintes avec dérivées (définissant Ω l’en-

semble des x admissibles pour les contraintes avec dérivées). L’idée est de générer des

points uniquement dans l’intersection de Ω avec la région de confiance B(xk; ∆k) (en

considérant que le point de départ appartient au domaine admissible). Suivant la forme

du domaine admissible Ω, le problème de minimisation du modèle de la fonction dans la

région de confiance (voir la section 4 du chapitre 2) peut devenir difficile. L’optimisation

des polynômes de Lagrange nécessaire pour maintenir un ensemble de points Λ-unisolvant

(voir la section 3 du chapitre 2) est également un défi en présence de contraintes. Lorsque

l’ensemble Ω est défini par des contraintes linéaires ou des contraintes de bornes, ce

problème est plus facile à résoudre.

La prise en compte de contraintes sans dérivées disponibles doit être traitée de manière

différente que celle de contraintes avec dérivées : des modèles de substitution sont cons-

truits de façon analogue à la fonction objectif. Notons que ces contraintes ne sont pas

forcément vérifiées à chaque itération de la méthode. En revanche, elles n’auront pas d’effet

sur l’unisolvance, qui est calculée sans considérer les contraintes sans dérivées. La simple

idée de combiner la fonction objectif avec les contraintes sans dérivées en une fonction de

mérite permet d’appliquer directement la théorie de convergence sans contrainte. Cette

approche intuitive est souvent utilisée lorsque l’utilisateur a de bonnes intuitions pour

combiner la fonction f et les contraintes CDF en une fonction de pénalité. Une approche

plus adaptée serait de construire des modèles quadratiques du Lagrangien (cela nécessite

des modèles quadratiques des contraintes sans dérivées) permettant de se placer dans le

cadre d’un algorithme SQP. La difficulté résidant dans la mise à jour des multiplicateurs

de Lagrange. Nous avons choisi de minimiser les modèles de la fonction objectif dans

la région de confiance et sous les modèles des contraintes. Les modèles des contraintes
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3. Sequential Quadratic Approximation (SQA)

peuvent être linéaires, conduisant à un sous problème de minimisation facile, ou bien

quadratiques si un modèle quadratique est calculé pour f . Dans ce cas, la résolution du

sous problème dans la région de confiance est alors plus difficile, mais la représentation

des contraintes devient plus précise, ce qui est plus intéressant lorsque les simulations sont

coûteuses.

Le principal avantage de construire un modèle quadratique de chacune des contraintes

sans dérivées est que ces modèles sont généralement disponibles à moindre coût. C’est

typiquement le cas pour les applications où les contraintes et la fonction objectif sont

évaluées simultanément (”black-box”). Ainsi, dans le cas d’un modèle de f interpolant

en un ensemble Y {x0, x1, ..., xm} ⊂ Rn Λ-unisolvant, nous disposons de l’ensemble des

polynômes de Lagrange pour Y et des valeurs des fonctions de contraintes en tous points

de Y , CDF (xi), alors les modèles quadratiques des contraintes peuvent être calculés en

utilisant la propriété fondamentale des polynômes de Lagrange décrite dans le lemme (2.9)

ou (2.16) du chapitre 2. Le coût additionnel de l’utilisation des modèles quadratiques des

contraintes peut venir de la difficulté à résoudre le sous problème d’optimisation dans

la région de confiance. En effet, en fonction de la forme des contraintes et du coût des

évaluations de la fonction, ce coût peut devenir prohibitif. Ainsi, le sous problème peut

contenir des contraintes incompatibles lors d’une itération, ce sous problème d’optimi-

sation dans la région de confiance n’a alors pas de solution. Dans ce cas, un modèle de

fonction de pénalisation peut être optimisé ou une méthode de filtre peut être utilisée

[31, 32].

Une extension de UOBYQA (de Powell [137]) à la prise en compte de contraintes

avec dérivées fait l’objet de plusieurs publications [167, 169, 168]. Le code DFO de

Scheinberg [31, 32] permet également de prendre en compte les contraintes avec dérivées,

mais également d’inclure les modèles quadratiques des contraintes sans dérivées aux sous

problèmes d’optimisation dans la région de confiance. Les contraintes peuvent aussi tout

simplement être prises en compte dans une fonction de mérite qui sera minimisée à la

place de f . Powell (avec COBYLA dans [133]) modélise la fonction et les contraintes sans

dérivées par des modèles d’interpolation linéaires. Colson, dans sa thèse [26], applique

à sa méthode d’optimisation basée sur l’interpolation dans une région de confiance une

méthode de filtre (tirée de l’algorithme de filtre couplé à un SQP suggéré dans [66]) pour

éviter d’utiliser une fonction de mérite et de choisir les paramètres de pénalisation.

2 Description de la méthode SQA : méthode d’opti-

misation sans dérivée sous contraintes

Nous présentons notre méthode d’optimisation permettant la prise en compte de

contraintes, SQA, basée sur la méthode NEWUOA de Powell [139, 140] Le traitement

des contraintes dans ces méthodes reste une difficulté, des méthodes de pénalisation peu

efficaces étant souvent utilisées.

Dans notre algorithme, nous faisons la différence entre deux types de contraintes avec
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dérivées :

◦ les contraintes dites dures (”hard constraints”) que l’on doit nécessairement satis-

faire pour éviter par exemple un arrêt du simulateur (ces contraintes sont supposées

linéaires) et

◦ les contraintes souples (”soft constraints”) que l’on peut enfreindre.

La méthode permet donc de trouver la valeur minimale d’une fonction

min
x∈Rn

f(x), (3.3)

sous les contraintes 



CDBh
(x) ≤ 0,

CDBs(x) ≤ 0,

CDF (x) ≤ 0,

(3.4)

où CDBh
(respectivement CDBs) représente les contraintes avec dérivées dures (respecti-

vement souples) et CDF représente les contraintes sans dérivées (CDBh
: Rn → RnDBh ,

CDBs : Rn → RnDBs , CDF : Rn → RnDF ).

A chaque itération, un modèle quadratique Q est défini, approchant la fonction ob-

jectif f dans une région de confiance et des modèles quadratiques des contraintes CDF .

Chaque modèle quadratique a 1
2
(n + 1)(n + 2) paramètres indépendants définis par au-

tant d’évaluations de la fonction ; faire ces évaluations est trop coûteux en particulier

pour des applications où la dimension du problème n est élevée. Notre méthode es-

saie de construire un modèle quadratique incomplet convenable à partir de moins de

données. Le modèle Q(x), x ∈ Rn, satisfait alors seulement m conditions d’interpola-

tion lors de chaque itération. En effet, pour toute fonction f ou CDF et tout ensemble

Y = {x1, x2, ..., xm} ⊂ Rn unisolvant, les polynômes Q et C̃DF interpolant respectivement

f et CDF en Y s’expriment :

Q(x) =
m∑

i=1

f(xi)`i(x), C̃DF (x) =
m∑

i=1

CDF (xi)`i(x), (3.5)

où {`i(x), i = 1, ...,m} est l’ensemble des polynômes de Lagrange utilisant la technique

de norme minimale pour Y (voir [34]). On a :

Q(xi) = f(xi), i = 1, ...,m, (3.6)

où le paramètre m est choisi initialement tel que m ∈ [n+ 2, 1
2
(n+ 1)(n+ 2)]. On prendra

m ≥ n+2 afin de toujours fournir au moins quelques conditions sur la matrice des dérivées

secondes ∇2Q et m ≤ 1
2
(n+ 1)(n+ 2) car, en général, dans le cas contraire, aucun modèle

quadratique Q ne peut satisfaire toutes les conditions (3.6). Les résultats numériques

présentés par Powell sans contraintes [139] sont particulièrement intéressants dans le cas

m = 2n + 1 pour NEWUOA. Powell suggère d’utiliser m = n + 6 points d’interpolation

pour BOBYQA sur les cas traités dans [142] (sur des exemples de 20 à 200 paramètres).

De plus, pour chacune des contraintes sans dérivées, un modèle quadratique C̃DF in-

terpolant est construit de la même manière que pour la fonction objectif dans la méthode
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3. Sequential Quadratic Approximation (SQA)

SQA. Ceux-ci sont construits à partir des mêmes points d’interpolation que ceux permet-

tant de construire le modèle quadratique Q de la fonction f .

2.1 Modèle d’interpolation sous déterminé

L’efficacité de cette méthode tient dans la technique (suggérée par la méthode de

Broyden symétrique [46] lorsque la dérivée première de f est disponible) de mise à jour

de ∇2Q. Celle-ci a été réutilisée par Powell dans [139] dans le cadre de l’optimisation sans

dérivées. Soit à une itération donnéeQold le modèle de l’itération précédente, et soitQnew le

nouveau modèle de l’itération courante qui doit satisfaire certaines conditions compatibles

aux deux itérations et perdre certaines libertés sur les paramètres de Qnew pour satisfaire

une nouvelle condition d’interpolation. Cette technique consiste à minimiser ‖∇2Qnew −
∇2Qold‖F , où l’indice ·F représente la norme de Frobenius (2.15).

L’utilisation de la norme de Frobenius de cette façon est équivalente à celle proposée

dans la section 2.2.3 du chapitre 2 : le modèle est solution de

min 1
2
‖αQ − αoldQ ‖2

s.t. M(φ̄L, Y )αL +M(φ̄Q, Y )αQ = f(Y ),
(3.7)

où αL et αQ sont des parties appropriées de vecteur α (partie linéaire et quadratique)

et M(φ̄, Y ) correspond à la matrice du système linéaire d’interpolation. Plutôt que de

résoudre (3.7) directement, on peut résoudre un problème déplacé αdifQ = αQ − αoldQ et

calculer αQ comme αdifQ + αoldQ (de même pour αL). Le problème déplacé devient alors :

min 1
2
‖αdifQ ‖2

s.t. M(φ̄L, Y )αdifL +M(φ̄Q, Y )αdifQ = fdif (Y ),
(3.8)

où fdif (Y ) = f(Y )−mold(Y ). Le problème (3.8) est alors équivalent à (2.14).

Les conditions sur le nouveau modèle Qnew sont les équations d’interpolation (3.6).

Ainsi ∇2Qnew est définie de manière unique, et Qnew lui aussi est unique, car le choix

des points xi exclut la possibilité qu’un polynôme linéaire différent de zéro p(x), x ∈ Rn

vérifierait p(xi) = 0, i = 1, 2, ...,m.

L’avantage de cette technique de mise à jour peut être expliqué en considérant le

cas où la fonction objectif f est quadratique. Guidé par le modèle Qold au départ de

l’itération courante, un nouveau vecteur de variables xnew = xopt + d est choisi, où

xopt est tel que f(xopt) est la valeur minimale de f calculée jusqu’à présent. Si l’erreur

|f(xnew) − Qold(xnew)| est relativement petite, alors le modèle a bien prédit la nouvelle

valeur de f en ce point, même si l’erreur d’approximation ‖∇2Q−∇2f‖ est importante.

A l’inverse, si l’erreur |f(xnew) − Qold(xnew)| est relativement grande, alors, en satisfai-

sant Qnew(xnew) = f(xnew), la technique de mise à jour devrait améliorer la précision

du modèle de façon significative. Comme l’explique Powell [139], cette alternative fournit

une excellente convergence des vecteurs des paramètres générés par l’algorithme, bien que

l’erreur sur la dérivée seconde ‖∇2Q−∇2f‖F soit grande pour tout Q.

Le nouveau modèle Qnew provient de Qold, celui-ci est défini par un système de (m+

n+1)2 équations linéaires. Soit W la matrice de ce système. La matrice inverse H = W−1
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est mise à jour à chaque itération, permettant une mise à jour séquentielle du modèle très

rapide.

2.2 Description de l’algorithme

L’algorithme nécessite un vecteur initial x0 ∈ Rn, le choix du nombre m de conditions

d’interpolation (3.6), les valeurs du rayon initial et du rayon final de la région de confiance

appelées ρbeg et ρend, ainsi que le nombre maximal d’évaluations de la fonction.

m est un entier fixé tel que :

n+ 2 ≤ m ≤ 1
2
(n+ 1)(n+ 2). (3.9)

Le choix m = 2n + 1 présenté dans [139] est particulièrement efficace, il constitue un

bon compromis entre richesse du modèle et coût en nombre d’évaluations de la fonction

objectif. Les points d’interpolation initiaux xi, i = 1, 2, ...,m, vérifient la propriété suivante

‖xi − x0‖∞ = ρbeg.

Algorithme 3.1 SQA (Sequential Quadratic Approximation)

(1) Initialisation : sélection des m points d’interpolation initiaux. Soit xopt le point

initial où la fonction de mérite ϕ = f +
∑nDF

i=1 λiCDF(i)#
1 est minimale pour les m

points évalués. Construction du premier modèle quadratique Q ≈ f de la fonction

objectif f , des modèles quadratiques C̃DF des contraintes sans dérivées CDF et du

modèle résultant ϕ̃ de la fonction de mérite ϕ. ρ = ∆ = ρbeg (voir section 2.2.1

de ce chapitre)

(2) Résout le problème pour une précision ρ sur x

(a) (i) Minimisation du modèle : soit dk = argmindQ(xopt + d)

s.t.





‖d‖ ≤ ∆,

CDB(xopt + d) ≤ 0,

C̃DF (xopt + d) ≤ 0.

(voir section 2.2.2 de ce chapitre)

(ii) Si ‖dk‖ < 1
2
ρ : ∆ est réduit d’un facteur 10 ou à sa borne inférieure ρ.

Si lors des trois dernières évaluations de la fonction objectif j = k−1, k−
2, k− 3, ‖dj‖ ≤ ρ et l’écart du modèle à la fonction est tel que |Q(xopt +

dk)−f(xopt+dk)| ≤ 1
8
ρ2CRVMIN (CRVMIN est une estimation de la

courbure minimale du modèle) → (2)(c) car le modèle est suffisamment

proche de la fonction (voir section 2.2.4 de ce chapitre).

Sinon→ (2)(b) car il est nécessaire de s’assurer de la validité du modèle

avant d’effectuer de petits pas.

1. 1 Notons C# = max{C, 0}.
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(iii) Calcul de f(xopt + dk), CDF (xopt + dk), ϕ(xopt + dk) = f(xopt + dj) +∑nDF

i=1 λiCDF(i)#(xopt + dj) et mise à jour du rayon ∆ de la région de

confiance à partir de R = ϕ(xopt)−ϕ(xopt+dk)

ϕ̃(xopt)−ϕ̃(xopt+dk)
. Mise à jour des points d’in-

terpolation : xopt = xopt+dk si ϕ(xopt+dk) < ϕ(xopt) ou un simple ajout

à l’ensemble des points d’interpolation si xopt + dk améliore le modèle.

Mise à jour du modèle Q et des modèles C̃DF pour interpoler la fonction

f et les contraintes sans dérivées CDF en xopt + dk.

(iv) Si R > 0.1 (décroissance satisfaisante) → (2)(a)(i) sinon continuer.

(b) Test de la validité des modèles Q et C̃DF . Le modèle est considéré valide si

tous les points d’interpolation courants xi, i = 1, ...,m sont assez proches du

point optimal xopt, c’est-à-dire si la distance euclidienne ‖xi−xopt‖ < 2∆ pour

tout xi, i = 1, ...,m.

(i) Si le modèle n’est pas valide :

Amélioration de la qualité des modèles Q et C̃DF :

maxd∈Rn |`t(xopt + d)|

s.t.

{ ‖d‖ ≤ ∆,

CDB(xopt + d) ≤ 0.
(voir section 2.2.3 de ce chapitre)

calcul de f(xopt + dk) et CDF (xopt + dk), lt est le polynôme de Lagrange

associé au plus mauvais point (plus éloigné) de l’ensemble d’interpolation

qui est supprimé et remplacé par le nouveau point évalué xnew = xopt+dk
(voir section 2.2.3 de ce chapitre). Ainsi la précision de Q et de C̃DF après

leur mise à jour est supérieure → (2)(a)(i).

(ii) Si les modèles sont valides : Si ‖d‖ > ρ ou ∆ > ρ ou R > 0 → (2)(a)(i)

sinon continuer.

(c) Si ρ > ρend :

Evolution de ρ : réduction de ρ et de ∆ (zoom sur x) (voir section 2.2.4

de ce chapitre) → (2)(a) sinon continuer.

(3) ρ = ρend et f(xopt + dk) et CDF (xopt + dk) sont calculés si cela n’a pas déjà été

effectué (‖dk‖ < 1
2
ρ).

Chaque étape de l’algorithme 3.1 est explicitée dans la suite de ce chapitre. Notons que

dans notre version, les poids de pénalisation utilisés λi, i = 1, ..., nDF sont constants au

cours des itérations. Leurs valeurs par défaut est λi = 100 (ceci suppose une normalisation

adéquate des contraintes sans dérivées et de la fonction objectif). De possibles mises à

jour séquentielles de ces paramètres sont présentées dans la section 4.4 de ce chapitre.

2.2.1 Initialisation

Le paramètre ρbeg et le point de départ x0 peuvent être modifiés afin que le point initial

vérifie chacune des contraintes avec dérivées et que les m− 1 points initiaux vérifient les
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contraintes dures (contraintes à vérifier absolument pour éviter un éventuel échec de la

simulation). Si une faible réduction de ρbeg permet à tous les points initiaux de vérifier

les contraintes dures, celle-ci est effectuée ; dans le cas contraire, le point de départ x0 est

déplacé pour permettre aux m points initiaux de vérifier les contraintes dures, tout en

vérifiant lui-même toutes les contraintes avec dérivées (les détails de l’initialisation sont

dans l’annexe E). Le paramètre ρbeg doit être choisi de manière à ce que les valeurs de la

fonction objectif f calculées aux points d’interpolation initiaux fournissent de l’informa-

tion utile sur le comportement de cette fonction objectif au voisinage de x0. Le paramètre

ρend, qui satisfait ρend ≤ ρbeg, est de l’ordre de grandeur de la précision requise sur x à la

convergence.

Lors de l’étape (1) de l’algorithme, le modèle quadratique de f à la première itération

est de la forme :

Q(x0 + d) = Q(x0) + dT∇Q(x0) + 1
2
dT∇2Qd, d ∈ Rn, (3.10)

où x0 est le vecteur initial.

Les m points initiaux xi, i = 1, 2, ...,m sont choisis de manière bien précise autour du

point x0 (voir annexe E) et permettent de définir le polynôme initial afin de vérifier les

m conditions d’interpolation (3.6).

Le paramètre ρ est la borne inférieure du rayon de la région de confiance ∆, il appar-

tient à [ρend, ρbeg]. La valeur de ∆ est mise à jour au cours des itérations, alors que le but

de ρ est de maintenir assez de distance entre les points d’interpolation xi, i = 1, 2, ...,m,

afin de restreindre les erreurs sur Q qui proviennent des conditions d’interpolation (3.6)

lorsque le calcul de f est entâché d’erreur. C’est pourquoi, de manière analogue à la

réduction du pas des méthodes de simplexe de Nelder-Mead et de Pattern Search (comme

l’explique Powell dans [141]), ρ est diminué seulement lorsque la contrainte ∆ ≥ ρ semble

empêcher de poursuivre la minimisation de la fonction objectif. Dans ce cas, ρ est divisé

par un facteur dix, excepté dans le cas ρ = ρend où les itérations se terminent.

La matrice initiale permettant de résoudre le système linéaire d’interpolation H =

W−1 est initialisée (W est le système linéaire d’équations permettant la mise à jour du

modèle quadratique). Q est mis à jour à l’aide de Qold : Qnew = Qold +D, où la fonction

quadratique D est construite de sorte que ‖∇2D‖2
F soit minimale sous les contraintes

D(xi) = f(xi)−Qold(xi), i = 1, 2, ...,m. (3.11)

Ces contraintes sont équivalentes à Qnew(xi) = f(xi), i = 1, 2, ...,m. Le calcul de D est un

problème de programmation quadratique sous contraintes linéaires. Soit λj, j = 1, 2, ...,m,

les multiplicateurs de Lagrange vérifient les conditions KKT :

m∑

j=1

λj = 0 et
m∑

j=1

λj(xj − x0) = 0, (3.12)

et la matrice des dérivées secondes de D prend la forme

∇2D =
m∑

j=1

λjxjx
T
j =

m∑

j=1

λj(xj − x0)(xj − x0)T . (3.13)

73



3. Sequential Quadratic Approximation (SQA)

En utilisant cette forme de ∇2D, on obtient

D(x) = c+ (x− x0)Tg + 1
2

m∑

j=1

λj{(x− x0)T (xj − x0)}2, x ∈ Rn, (3.14)

où c ∈ R, g ∈ Rn et λ ∈ Rm restent à déterminer. Les conditions (3.11) et (3.12) donnent

le système d’équations linéaires

(
A XT

X 0

)


λ

c

g


 =

(
r

0

)
l m
l n+ 1

(3.15)

où A contient les éléments

Aij = 1
2
{(xi − x0)T (xj − x0)}2, 1 ≤ i, j ≤ m, (3.16)

X est la matrice (n+ 1)×m

X =

(
1 1 · · · 1

x1 − x0 x2 − x0 · · · xm − x0

)
(3.17)

et r a les composantes f(xi) − Qold(xi), i = 1, 2, ...,m. Par conséquent, nous définissons

les matrices W et H :

W =

(
A XT

X 0

)
et H = W−1 =

(
Ω ΞT

Ξ Υ

)
(3.18)

Ainsi W est déterminé à partir des vecteurs xi, i = 1, 2, ...,m, mais les éléments de

Ξ et Υ sont requis ainsi que la factorisation de Ω. La position des points d’interpolation

initiaux fournit des formules pour l’initialisation de tous ces termes (voir [139]).

Les modèles de chacune des contraintes sans dérivées C̃DF sont initialisés à partir

des évaluations de celles-ci aux mêmes points initiaux que pour le modèle de la fonc-

tion objectif Q. Ceux-ci sont donc construits à partir du même système d’équations

linéaires (3.15) pour chaque contrainte i = 1, ..., nDF , où cette fois-ci, r a les composantes

CDF(i)
(xj) − C̃DF(i)

(xj), i = 1, 2, ...,m (C̃DF(i)
(xj) est le modèle de l’itération courante

avant sa mise à jour).

2.2.2 Minimisation du modèle

Lors des phases (2)(a), l’algorithme détermine un pas dk solution du sous problème :

min
d∈Rn

Q(xopt + d)

s.t.





‖d‖ ≤ ∆,

CDB(xopt + d) ≤ 0,

C̃DF (xopt + d) ≤ 0,

(3.19)
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dont la solution, si elle existe, est obtenue à l’aide d’une méthode d’optimisation SQP

(Sequential Quadratic Programming [159] ou annexe C). La méthode SQP s’est révélée,

en effet, comme une des méthodes les plus efficaces pour la résolution des problèmes non

linéaires sous contraintes. Celle-ci repose sur une reformulation itérative du problème en

problème de programmation quadratique (QP), au moyen d’une approximation quadra-

tique du Lagrangien et d’une linéarisation des contraintes

L(x, λ) = f(x) + λTDBCDB(x) + λTDF C̃DF (x), (3.20)

où λDB et λDF sont les vecteurs des multiplicateurs de Lagrange associés aux contraintes

d’inégalité avec dérivées et respectivement des modèles des contraintes sans dérivées. Le

problème QP résultant à chaque itération est ensuite résolu. Un des points forts de la

méthode SQP réside dans le fait que la progression vers la solution optimale est effectuée

à partir de points intermédiaires � faisables �mais aussi � non faisables �, proches du

domaine des contraintes. Ainsi, contrairement à de nombreuses méthodes qui vérifient les

contraintes à chaque itération, la méthode SQP n’impose le respect des contraintes que

pour la solution finale. Cette caractéristique, associée à la technique BFGS (Broyden-

Fletcher-Goldfarb-Shanno) d’approximation de l’inverse de la matrice Hessienne, conduit

à faire de la méthode SQP utilisée, une méthode rapide.

Dans notre cas, la fonction objectif est déjà un modèle quadratique Q et sa Hessienne

est disponible, nous utilisons donc cette matrice dans la méthode SQP. La résolution de ce

problème peut être difficile car le polynôme quadratique n’est pas toujours convexe, c’est-

à-dire que la matrice Hessienne du Lagrangien n’est pas forcément définie positive. Pour

surmonter cette difficulté, une modification Mk est choisie à chaque itération afin d’as-

surer une Hessienne du Lagrangien ∇2Q(xk) + λDB∇2CDB(xk) + λDF∇2C̃DF (xk) + Mk

semi-définie positive au cours des itérations du SQP. Nous sommes intéressés par une

modification de la Hessienne du Lagrangien à moindre coût. La stratégie ”idéale” se-

lon Nocedal [125] consiste à utiliser la décomposition en valeurs propres de la matrice

∇2Q(xk) + λDB∇2CDB(xk) + λDF∇2C̃DF (xk) et à annuler les valeurs propres inférieures

à 0. Cette stratégie est coûteuse mais est tout de même moins coûteuse en général que

l’évaluation de notre fonction objectif f . Soient (κ1, ..., κn) les valeurs propres de la diago-

nale de Λ. Nous pouvons donc écrire∇2Q(xk)+λDB∇2CDB(xk)+λDF∇2C̃DF (xk) = LΛLT ,

avec L la matrice des vecteurs propres. La modification de la Hessienne du Lagrangien

est alors : LΛMk
LT , où les éléments (|min(κ1, 0)|, ..., |min(κn, 0)|) sont sur la diagonale

de ΛMk
, la Hessienne du Lagrangien modifiée est alors semi-définie positive.

Ce problème de minimisation du modèle quadratique de f dans la région de confiance

sous contrainte peut ne pas avoir de solution en raison de l’approximation des contraintes

sans dérivées C̃DF , dans le cas où des contraintes seraient incompatibles (contraintes

modélisées C̃DF et contraintes avec dérivées CDB). Dans ce cas, le problème de minimi-

sation précédent est alors remplacé par le problème suivant :

min
d∈Rn

ϕ̃(xopt + d)

s.t.

{ ‖d‖ ≤ ∆,

CDB(xopt + d) ≤ 0,

(3.21)

75



3. Sequential Quadratic Approximation (SQA)

où ϕ̃(x) = Q(x) +
∑nDF

i=1 λiC̃DF(i)#(x). Les poids de pénalisation utilisés λi, i = 1, ..., nDF
sont constants au cours des itérations. Leurs valeurs par défaut sont λi = 100. De possibles

mises à jour séquentielles de ces paramètres sont présentées dans la section 4.4 de ce

chapitre.

Si dk la solution du sous problème 3.19 ou 3.21 est telle que ‖dk‖ < ∆, alors Q a

une courbure positive dans toutes les directions, CRVMIN est alors fixé à la courbure

minimale (non nulle, car κi > 0 pour tout i ∈ [1, n] et Q est convexe), c’est-à-dire à la

valeur propre minimale de la Hessienne du Lagrangien :

CRVMIN = min{κ1, ..., κn}. (3.22)

Dans le cas contraire, CRVMIN est fixé à zéro. Cette courbure minimale est utilisée

si ‖d‖ < ρ/2 (voir algorithme 3.1), ce qui est explicité par la suite. Si à l’inverse,

‖dk‖ ≥ ρ/2, l’étape (2)(a)(iii) suit l’étape (2)(a)(ii), et ∆ est mis à jour selon le rap-

port de l’amélioration observée de la fonction objectif et de l’amélioration prédite par

l’approximation quadratique

R =
ϕ(xopt)− ϕ(xopt + d)

ϕ̃(xopt)− ϕ̃(xopt + d)
(3.23)

et selon la norme euclidienne du pas dk. Soient ∆old et ∆new respectivement les valeurs de

l’itération précédente et de l’itération courante de ∆. Les valeurs possibles de ∆new sont
1
2
‖dk‖, ‖dk‖ et 2‖dk‖ respectivement dans les cas R ≤ 0.1, 0.1 < R ≤ 0.7 et R > 0.7,

mais si R > 0.1 une réduction trop importante de ∆ serait trop restrictive à la prochaine

itération. De plus, on doit toujours avoir ∆ ≥ ρ et nous préferons éviter que le rayon de

la région de confiance ∆ soit proche de ρ. ∆new est donc fixé à

∆new =

{
ρ, ∆int ≤ 1.5ρ,

∆int, ∆int > 1.5ρ,
(3.24)

où ∆int est la valeur intermédiaire

∆int =





1
2
‖dk‖, R ≤ 0.1,

max{‖dk‖, 1
2
∆old}, 0.1 < R ≤ 0.7,

max{2‖dk‖, 1
2
∆old}, R > 0.7.

(3.25)

Les points d’interpolation associés au prochain modèle quadratique sont également sélec-

tionnés : en pratique un des points courants xi, i = 1, 2, ...,m, est remplacé par xopt +

dk et tous les autres sont retenus. Dans ce cas, l’indice du point d’interpolation que

l’on supprime, MOV E, est fixé à l’indice du point d’interpolation remplacé de la façon

suivante :

soit T l’ensemble {1, 2, ...,m}, excepté l’entier opt dans le cas f(xopt + dk) ≥ f(xopt), afin

que le meilleur point jusqu’alors xopt ne puisse pas être supprimé de l’ensemble des points

d’interpolation. MOV E est fixé par l’algorithme à zéro ou à l’entier t∗ ∈ T qui satisfait

l’équation :

wgt∗ |σt∗| = max{wgt|σt| : t ∈ T }, (3.26)
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où

σt = (eTt Het)(
1
2
‖x+ − x0‖4 − wTHw) + (eTt Hw)2, t ∈ T (3.27)

est une valeur intervenant au dénominateur lors de la mise à jour du modèle d’interpolation

(cf Powell pour la mise à jour du modèle [139]), avec w ∈ Rm+n+1 tel que,

wi = 1
2
(xi − x0)T (x+ − x0)

2
, i = 1, 2, ...,m

wm+1 = 1 et wi+m+1 = (x+ − x0)i, i = 1, 2, ..., n.
(3.28)

Choisir MOV E tel que |σt| soit aussi grand que possible n’est pas avantageux pour la

validité du modèle, toutefois σ est pondéré par wgt qui prend en compte la distance

euclidienne entre le point optimal courant xopt et les points d’interpolation. Le point

enlevé est alors un compromis entre le plus éloigné et celui qui a une forte contribution au

modèle, ce point est alors un point éloigné pouvant faussé le modèle.wgt permet alors de

supprimer les points d’interpolation les plus éloignés du point optimal et prend la valeur

wgt = max[1, {‖xt − x∗‖/max[0.1∆, ρ]}6], t ∈ T , (3.29)

où x∗ est le point sélectionné précédemment, soit xopt, soit xopt+dk. MOV E = 0 préserve

les anciens points d’interpolation, c’est pourquoi, MOV E est fixé à zéro à la place de t∗

si et seulement si

ϕ(xopt + dk) ≥ ϕ(xopt) et wgt∗|σt∗ | ≤ 1.

En effet, une petite valeur de wgt∗|σt∗| signifie que tous les points d’interpolation sont

assez proches du point optimal car nous avons |σt| de l’ordre de O(1) si ‖xt − xopt‖ ≤ ∆

et de l’ordre de O(∆4/‖xt − xopt‖4) si ‖xt − xopt‖ > ∆ [138, 139].

Lors de cette étape, les mises à jour des modèles quadratiques Q et C̃DF sont effectuées

lorsque l’ensemble des points d’interpolation est modifié. Les nouveaux points sont alors

{
x+
t = xopt + d = x+,

x+
i = xi i ∈ {1, 2, ...,m}\{t}, (3.30)

où t est noté à la place de MOV E. La nouvelle évaluation est donc ajoutée à l’ensemble

des points d’interpolation pour remplacer le point le moins intéressant lorsque celle-ci

minimise la fonction objectif ou également lorsqu’elle améliore le modèle. L’écart D =

Qnew −Qold satisfait des conditions équivalentes à (3.11) pour les nouveaux points, alors

queQold interpole f aux anciens points d’interpolation. DoncD est la fonction quadratique

qui minimise ‖∇2D‖F sous les contraintes suivantes

D(x+
i ) =

{
f(x+)−Qold(x

+), si i = t

0, sinon

}
= {f(x+)−Qold(x

+)}δit, i = 1, 2, ...,m.

(3.31)

Soit W+ et H+ les matrices

W+ =

(
A+ (X+)T

X+ 0

)
et H+ = (W+)−1 =

(
Ω+ (Ξ+)T

Ξ+ Υ+

)
, (3.32)
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où A+ et X+ sont définis en remplaçant les anciens points d’interpolation par les nouveaux

dans les équations (3.16) et (3.17). La nouvelle fonction D est déduite du système (3.15)

et des conditions (3.31)

D(x) = c+ + (x− x0)Tg+ + 1
2

m∑

j=1

λ+
j {(x− x0)T (x+

j − x0)}2, x ∈ Rn, (3.33)

les paramètres sont les composantes du vecteur



λ+

c+

g+


 = {f(x+)−Qold(x

+)}H+et, (3.34)

où et est maintenant dans Rm+n+1. L’algorithme utilise donc (3.33) et (3.34) pour générer

la fonction D par la formule de mise à jour

Qnew(x) = Qold(x) +D(x), x ∈ Rn. (3.35)

La mise à jour de chacun des modèles des contraintes sans dérivées est basée sur la même

idée que l’équation (3.34) adaptée à chacune des contraintes :




λ+

c+

g+


 = {CDF(i)

(x+)− C̃DF(i)
(x+)}H+et, (3.36)

où C̃DF(i)
est le modèle avant sa mise à jour. Les explications des mises à jour de H+,

de la Hessienne ∇2Qnew = ∇2Qold + ∇2D et du gradient ∇Qnew(x0) = ∇Qold(x0) + g+

sont détaillées dans [139]. En effet, pour éviter d’inverser la matrice W lors de chaque

itération, la matrice H est simplement stockée et mise à jour en fonction des paramètres

α, β, τ et σ
α = eTt Het, β = 1

2
‖x+ − x0‖4 − wTHw,

τ = eTt Hw, et σ = αβ + τ 2(voir l’équation (3.27)),
(3.37)

où w provient de l’équation (3.28). La mise à jour de H dépend de l’inverse de σ. Des

difficultés peuvent donc survenir en présence d’éléments trop grands de H+ dans le cas

où |σt| est trop petit [138]. La phase (2)(a)(iv) est suivie de la phase (2)(a)(i) et une autre

itération de région de confiance est effectuée si le rapport de l’amélioration effective sur

l’amélioration prédite R (3.23) est suffisamment important.

2.2.3 Amélioration du modèle

Lorsque la réduction prédite par la fonction de mérite des modèles ϕ̃(xopt)−ϕ̃(xopt+dk)

s’avère être une mauvaise prédiction du comportement de la fonction de mérite ϕ(xopt)−
ϕ(xopt+dk), la phase (2)(a)(iv) est suivie de la phase (2)(b). En pratique, les positions des

points xi pour les équations d’interpolation (3.6) ne suffisent pas à maintenir un ”bon”

modèle quadratique au sens de l’unisolvance, surtout lorsque les itérations de région de

78



2. DESCRIPTION DE LA MÉTHODE SQA

confiance ont fait augmenter les distances ‖xi − xopt‖, i = 1, 2, ...,m à tel point qu’elles

soient supérieures à ∆.

La phase (2)(b) permettra alors d’identifier le point d’interpolation courant xMOV E qui

est le plus éloigné de xopt. Si ‖xMOV E − xopt‖ ≥ 2∆, alors les modèles Q et C̃DF peuvent

être améliorés en remplaçant les conditions d’interpolation Q(xMOV E) = f(xMOV E) et

C̃DF (xMOV E) = CDF (xMOV E) respectivement par Q(xopt+dk) = f(xopt+dk) et C̃DF (xopt+

dk) = CDF (xopt + dk), pour un pas dk satisfaisant ‖dk‖ ≤ ∆. Le choix de dk est fait lors

de la phase 2(b)(i) dans le but d’aider le conditionnement du système linéaire qui permet

le calcul de Q.

Le choix de dk dépend de la position xi des points d’interpolation courants, mais il dépend

aussi des erreurs qui surviennent dans la matrice H lors de la mise à jour du modèle à

chaque itération. Le t-ième polynôme de Lagrange des points d’interpolation courants

(t = MOV E pour garder les notations précédentes), polynôme de Lagrange associé au

point d’interpolation le plus éloigné, est important, car il s’agit du polynôme permettant

de maintenir la qualité du modèle. Il s’agit du polynôme quadratique `t(x), x ∈ Rn qui

satisfait les conditions de Lagrange

`t(xi) = δit, i = 1, 2, ...,m, (3.38)

(les degrés de liberté du polynôme quadratique sont complétés par la minimisation de la

norme de Frobenius ‖∇2`t‖F lorsque m < (n+ 1)(n+ 2)/2). `t est la fonction

`t(x) = c+ (x− x0)Tg + 1
2

m∑

k=1

λk{(x− x0)T (xk − x0)}2, x ∈ Rn, (3.39)

où c, g et λk, k = 1, 2, ...,m, sont définis par le système d’équations suivant avec et ∈
Rm+n+1 (1 ≤ t ≤ m)

(
A XT

X 0

)


λ

c

g


 = et. (3.40)

Ces polynômes permettent de définir le modèle de la fonction et des contraintes sans

dérivées :

Q(x) =
m∑

i=1

f(xi)`i(x), C̃DF =
m∑

i=1

CDF (xi)`i(x). (3.41)

Soit w(x) ∈ Rm+n+1

w(x)k = 1
2
(x− x0)T (xk − x0)

2
, k = 1, 2, ...,m

w(x)m+1 = 1 et w(x)i+m+1 = (x− x0)i, i = 1, 2, ..., n
(3.42)

d’où l’expression (3.39) qui peut être ré-écrite sous la forme

`t(x) =
m∑

k=1

λkw(x)k + cw(x)m+1 +
n∑

i=1

giw(x)i+m+1 = (Het)
Tw(x). (3.43)
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Ainsi, après avoir mis à jour H, à partir du changement des points d’interpolation (3.30),

l’expression (3.37) de τ donne

τ = eTt Hw = eTt Hw(x+) = (Het)
Tw(xopt + d) = `t(xopt + d). (3.44)

Afin d’avoir |σ| = |αβ + τ 2| assez grand pour la formule de mise à jour de H, nous allons

maximiser |τ | (en théorie α et β sont positifs [138]). D’où

max
d∈Rn
|`t(xopt + d)|

s.t.

{ ‖d‖ ≤ ∆,

CDB(xopt + d) ≤ 0,

(3.45)

où ∆ > 0 est déterminé de la manière suivante [139] :

∆ = max[min{0.1DIST, 0.5∆}, ρ], (3.46)

où DIST = ‖xt − xopt‖, pour conserver la distance maximale entre les points d’interpo-

lation et xopt proche de ρ.

Cette opération consistant à maximiser le polynôme de Lagrange associé au point le plus

éloigné permet de maximiser la contribution du point supprimé, et donc d’augmenter

l’information prise en compte par le modèle. Dans l’algorithme SQA, la sélection de t est

basée sur la distance entre le point d’interpolation t et le centre de la région de confiance

plutôt que d’effectuer l’optimisation globale de tous les polynômes de Lagrange et de

sélectionner l’indice du polynôme pour lequel la valeur absolue est la plus grande (voir la

section 3 du chapitre 2). Cela permet d’éviter de nombreuses optimisations globales des

polynômes de Lagrange et une certaine flexibilité dans la sélection du point à rempla-

cer. La première optimisation max |τ | est effectuée sous contrainte à l’aide de la méthode

d’optimisation SQP, utilisée pour résoudre le sous problème de minimisation du modèle

quadratique de SQA. Enfin, après avoir calculé la valeur de la fonction f(xopt + dk), une

mise à jour du modèle Q est effectuée. Puis l’algorithme retourne toujours à la phase

(2)(a)(i) pour minimiser le nouveau modèle quadratique.

2.2.4 Evolution de ρ

Si, contrairement au cas de la section précédente, les positions des points courants

xi, i = 1, 2, ...,m, vérifient

‖xi − xopt‖ < 2∆, i = 1, 2, ...,m, (3.47)

c’est-à-dire que le modèle est considéré valide, alors la phase (2)(b)(ii) suit le test de

validité. Cette étape détermine si la région minimale ρ actuelle nécessite d’être réduite.

Celle-ci ne l’est pas si et seulement si une ou plusieurs des conditions ‖dk‖ > ρ, ∆ > ρ

ou R > 0 sont vérifiées. Une autre itération de région de confiance est exécutée avec la

même région minimale ρ dans les deux premiers cas, car ρ n’a pas restreint le choix le
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plus récent de d. Dans le troisième cas, R > 0 implique ϕ(xopt + dk) < ϕ(xopt), l’ancien ρ

est retenu lorsqu’une réduction stricte de la fonction de mérite a été obtenue.

Finalement, nous considérons le cas où le pas dk obtenu lors de la minimisation du

modèle quadratique de l’étape (2)(a)(i) satisfait ‖dk‖ < 1
2
ρ. Dans ce cas, f(xopt + dk) et

CDF (xopt +dk) ne sont pas évalués car les différences f(xopt)− f(xopt +dk) et CDF (xopt)−
CDF (xopt + dk) peuvent donner de trompeuses informations sur le comportement de f et

CDF dans la région de confiance de rayon ∆, ‖dk‖ étant trop petit. Une grande réduction

de ∆ est alors effectuée tout en maintenant ∆ ≥ ρ

∆ =

{
max(∆/10, ρ), si ∆ > 1.5ρ,

ρ, si ∆ ≤ 1.5ρ.
(3.48)

Dans ce cas, le rapport de l’amélioration effective sur l’amélioration prédite est fixé à

R = −1. On passe alors soit :

· à la phase (2)(b). Comme précédemment, on choisit entre remplacer le point d’in-

terpolation xMOV E pour améliorer le modèle, exécuter une itération de région de

confiance avec le nouveau ∆, ou exécuter l’étape (2)(c) car l’évolution de la région

de confiance avec le ρ courant est achevée.

· à la phase (2)(c). En effet, il n’est pas nécessaire d’améliorer le modèle quadratique

Q si au moins trois nouvelles valeurs de f ont été calculées pour la région minimale

ρ courante, et si

‖d(j)‖ ≤ ρ et |Qj(x
(j)
opt + d(j))− f(x

(j)
opt + d(j))| ≤ 1

8
ρ2CRVMIN, j ∈ J , (3.49)

où Qj, d
(j) et x

(j)
opt sont Q, d et xopt de la phase (2)(a)(iii) de la j-ième itération,

CRVMIN est calculé à la génération courante, et J représente les itérations des

trois derniers passages de l’algorithme dans la phase (2)(a)(iii) avant l’itération

courante. Enfin ρ peut être modifié bien que quelques distances ‖xi − xopt‖, i =

1, 2, ...,m, soient supérieures à 2ρ.

Dans la phase (2)(c), ρ est mis à jour si ρ > ρend :

ρnew =





ρend, ρold ≤ 16ρend,

(ρoldρend)
1/2, 16ρend < ρold ≤ 250ρend,

0.1ρold, ρold > 250ρend.

(3.50)

En revanche, si ρ = ρend, la phase (3) calcule f(xopt + d) et CDF (xopt + d) si cela n’a pas

été effectué et l’algorithme est arrêté. En effet, le critère de convergence de cet algorithme

est basé sur le rayon minimal de la région de confiance minimale.

2.2.5 Paramètres par défaut

Il existe des paramètres par défaut utilisés dans cette méthode : les rayons permettant

de maintenir l’écart entre les points à l’initialisation ρbeg = 1, ou celui utilisé comme critère

d’arrêt ρend = 10−6. Mais aussi le nombre constant de points d’interpolation m = 2n+ 1.

Pour les contraintes, le poids de pénalisation est fixe au cours des itérations, celui-ci est

fixé à 100.
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2.3 Convergence de la méthode sans contraintes

Cette section présente rapidement les grandes différences entre la méthode SQA et la

méthode présentée dans le chapitre 2.

Pour prouver la convergence de la méthode de Powell, NEWUOA, c’est à dire SQA

sans contraintes, certaines modifications ont été proposées par Conn et al [34]. La méthode

SQA identifie en plus du rayon de la région de confiance, au contraire des algorithmes tels

que présentés dans le chapitre 2, un rayon minmal de la région de confiance. Le rayon de

la région de confiance et le rayon de l’ensemble des points d’interpolation sont dissociés et

évoluent chacun de leur côté. Le rayon de l’ensemble des points d’interpolation converge

vers 0 alors que la valeur du rayon de la région de confiance peut diverger de celle du

rayon de l’ensemble d’interpolation. Cela permet d’effectuer des pas assez grands pour

une convergence éventuellement plus rapide. Le plus petit des deux rayons force les points

d’interpolation à être suffisament éloignés pour éviter l’influence du bruit sur les valeurs

de f . L’étape de mise à jour de ces rayons, de région de confiance et de région minmale,

est logiquement plus ardue que celle du chapitre 2.

L’algorithme nécessite l’ajout d’une étape critique (comme l’algorithme 2.4) qui per-

met d’assurer d’avoir un modèle totalement linéaire à chaque itération. De manière ana-

logue pour la méthode de Powell ou notre méthode, la géométrie est améliorée lorsque

le pas dk est plus petit que ∆k. L’algorithme requiert également la modification de

l’étape d’amélioration de modèle permettant d’assurer un modèle totalement linéaire en

un nombre fini d’étapes.

Nous invitons le lecteur à lire l’article de Powell [143] qui présente une preuve de la

convergence de ses méthodes sans contraintes. A notre connaissance, aucun résultat de

convergence sur des méthodes proches de SQA sur des problèmes sans contraintes n’a été

démontré.

3 Exemple de l’évolution des paramètres de l’algo-

rithme sur un cas simple

Soit la fonction objectif suivante, extraite de la thèse de Vanden Berghen [167] repré-

sentée sur la figure 3.1.

f(x1, x2) = −10x2
1 + 10x2

2 + 4 sin(x1x2)− 2x1 + x4
1 (3.51)

Les deux minima de cette fonction sont atteints en x =

( −2.210220

0.329748

)
avec f(x) =

−22.143 et en x =

(
2.306630

−0.332309

)
avec f(x) = −31.181.
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Figure 3.1 – Fonction utilisée en exemple

Nous nous intéressons à la minimisation de cette fonction (représentée par les lignes

de niveaux noires sur les figures 3.3, 3.4, 3.7 et 3.8) avec une contrainte non linéaire

(représentée par la courbe noire, le domaine admissible étant la zone blanche sur les

figures 3.3, 3.4, 3.7 et 3.8) :

min
x1,x2∈R

f(x1, x2)

s.t.

{
x1, x2 ∈ [−4.3, 4.3],

0 ≤ −(x1 + 0.6)3 + sin(x1)
100

+ 1
2
− x2,

(3.52)

Cette contrainte est tout d’abord prise en compte comme une contrainte avec dérivées

puis comme une contrainte sans dérivées dans deux optimisations différentes. Les figures

3.3, 3.4, 3.7 et 3.8 illustrent l’évolution des rayons des deux régions (minimale ρ et de

confiance ∆), des points d’interpolation, ainsi que l’évolution du modèle quadratique

interpolant la fonction objectif (3.51) au cours des itérations de deux optimisations.

Le point de départ de la minimisation de la fonction objectif est : x =

(
1.7

−3.3

)
.
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3.1 Exemple sous contrainte avec dérivées

La contrainte non linéaire est traitée comme une contrainte avec dérivées dans cette

section.

La figure 3.2 montre la décroissance de la fonction objectif au cours des itérations. Nous

distinguons les évaluations de minimisation du modèle (croix rouge) de celles d’améliora-

tion du modèle (croix verte). Nous remarquons qu’une suite d’amélioration du modèle et

de réduction de région minimale ρ de la région de confiance est nécessaire pour s’assurer

de la convergence de la méthode. Lorsqu’on se trouve dans le voisinage de la solution,

de nombreuses étapes d’amélioration du modèle sont nécessaires afin de s’assurer de la

convergence.
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Figure 3.2 – Evolution de la valeur de la fonction objectif optimale en fonction du nombre

de simulations pour la minimisation (3.52) sous contrainte avec dérivées avec SQA pour

un nombre de points d’interpolation de 5 (2n+ 1)

Sur chacune des figures 3.3 et 3.4 sont illustrés les points d’interpolation de l’itération

courante (étoiles bleues) ainsi que le modèle quadratique, représenté par des lignes de

niveau en couleur, dans la région de confiance de rayon ∆ (cercle bleu). Le plus petit

cercle en pointillé correspont à celui de rayon ρ (résolution minimale demandée à l’itération

courante).
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Figure 3.3 – Evolution du modèle et de la région de confiance de rayon ∆ et de la région

minimale ρ lors des premières itérations de SQA avec la contrainte considérée comme une

contrainte avec dérivées (correspondant aux 11 premières évaluations) 85
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Figure 3.4 – Evolution du modèle et la région de confiance de rayon ∆ et de la région

minimale ρ lors des itérations de SQA avec la contrainte considérée comme une contrainte

avec dérivées (correspondant aux évaluations 12 à 14)

Remarquons que le point de départ de l’optimisation a été modifié afin de vérifier la

contrainte avec dérivées. En revanche, les autres évaluations initiales (autour du point

de départ de l’optimisation, voir l’annexe E) permettant de construire le premier modèle

quadratique de la fonction objectif ne vérifient pas tous la contrainte.

Le minimum du modèle quadratique dans la région de confiance obtenu à l’étape de

minimisation du modèle de la section 2.2.2 de ce chapitre (étoile rouge) est évalué si sa

distance au point optimal de l’itération courante (centre de la région de confiance) est

supérieure à 1
2
ρ, soit la moitié du rayon ρ du cercle représenté en pointillés de couleur

violette sur les figures, maintenant une distance minimale entre les points d’interpolation

afin de limiter les erreurs du modèle lorsque la fonction est bruité et de contrôler la vitesse

de convergence du modèle. Si le minimum du modèle dans la région de confiance est trop
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3. EVOLUTION DES PARAMÈTRES DE L’ALGORITHME SUR UN CAS SIMPLE

proche du centre de la région de confiance (point optimal courant) ou si le rapport de

l’amélioration effective sur l’amélioration prédite R (3.23) est inférieur à un seuil, un

point permettant d’enrichir le modèle obtenu après l’étape d’amélioration du modèle de

la section 2.2.3 de ce chapitre (étoile verte) peut être évalué si le test de validité du modèle

le permet. Entre chaque itéré le rayon de la région de confiance ∆ et le rayon minimal ρ

sont mis à jour (voir la section 2.2.3 de ce chapitre).

Nous remarquons que la contrainte avec dérivées est vérifiée au cours de toutes les

itérations de la méthode (après l’initialisation). La contrainte étant prise en compte ex-

plicitement dans la résolution du sous-problème de l’étape (2)(a)(i) de l’algorithme 3.1,

ce qui ne sera pas le cas pour une contrainte sans dérivées.

La figure 3.5 illustre l’évolution du rayon de la région de confiance ∆ et du rayon

ρ maintenant l’écart entre les points d’interpolation. Le rayon de la région de confiance

peut augmenter si le rapport de l’amélioration effective sur l’amélioration prédite R (3.23)

annonce un bon modèle. Le cercle de rayon ρ peut parfois être confondu avec la région de

confiance de rayon ∆ et ne peut que décrôıtre.
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Figure 3.5 – Evolution du rayon de la région de confiance ∆ et du rayon minimal ρ au

cours des itérations

3.2 Exemple sous contrainte sans dérivées

La contrainte non linéaire est maintenant traitée comme une contrainte sans dérivées

dans cette section.
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3. Sequential Quadratic Approximation (SQA)

La figure 3.6 montre la décroissance de la fonction objectif au cours des itérations. Nous

distinguons les évaluations de minimisation du modèle (croix rouge) de celles d’améliora-

tion du modèle (croix verte). Nous remarquons, comme pour l’optimisation précédente

(section 3.1), qu’une suite d’amélioration de modèle et de réduction de région minimale

ρ de la région de confiance est nécessaire pour s’assurer de la convergence de la méthode.
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Figure 3.6 – Evolution de la valeur de la fonction objectif optimale en fonction du nombre

de simulations pour la minimisation (3.52) sous contrainte sans dérivées avec SQA pour

un nombre de points d’interpolation de 5 (2n+ 1)

Les figures 3.7 et 3.8 sont illustrées, comme dans la section précédente, les points

d’interpolation de l’itération courante (étoiles bleues) ainsi que le modèle quadratique,

représenté par des lignes de niveau en couleur, dans la région de confiance de rayon ∆

(cercle bleu). Le plus petit cercle en pointillé correspont à celui de rayon ρ (résolution

minimale demandée à l’itération courante). La borne du modèle de la contrainte sans

dérivées est également représentée sur ces figures par la courbe rouge.
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Figure 3.7 – Evolution du modèle et de la région de confiance de rayon ∆ et de la région

minimale ρ lors des premières itérations de SQA avec la contrainte considérée comme une

contrainte sans dérivées (correspondant aux 11 premières évaluations) 89
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Figure 3.8 – Evolution du modèle et de la région de confiance de rayon ∆ et de la région

minimale ρ lors des itérations de SQA avec la contrainte considérée comme une contrainte

avec dérivées (correspondant aux évaluations 12 à 17)90
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La contrainte sans dérivées est mise à jour à chaque itération à l’aide des mêmes points

d’interpolation que ceux permettant de construire le modèle quadratique de la fonction

objectif. Notons que la contrainte sans dérivées n’est pas toujours vérifiée au cours des

itérations. En effet, seul le modèle de celle-ci est pris en compte lors de la minimisation du

modèle de la fonction objectif (ou de la fonction de mérite dans certain cas), et le modèle

de celle-ci n’est pas pris en compte lorsqu’une amélioration du modèle est effectuée. La

solution trouvée est différente de celle de la section 3.1 précédente. Le problème précédent

est résolu plus précisément, la solution trouvée est le minimum local le plus proche du

point de départ. Lorsque la dérivée de la contrainte n’est pas connu, la convergence est

moins rapide et a permis de voir la courbure conduisant à un autre minimum.

La figure 3.9 illustre l’évolution du rayon de la région de confiance ∆ et du rayon ρ

maintenant l’écart entre les points d’interpolation. L’évolution est légérement différente

de celle des résultats pour l’optimisation sous contrainte avec dérivées précédents. Cer-

taines étapes de l’algorithme à ρ fixé sont plus coûteuses en évaluations (le nombre total

d’évaluations est légèrement plus important que pour l’optimisation sous contrainte avec

dérivées).
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Figure 3.9 – Evolution du rayon de la région de confiance ∆ et du rayon minimal ρ au

cours des itérations
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4 Améliorations de la méthode et perspectives

Plusieurs améliorations de notre méthode SQA ont été envisagées ou effectuées, mais

n’ont pas encore été validées totalement.

4.1 Prise en compte de contraintes d’égalité

Nous pourrions enrichir la méthode par la prise en compte de contraintes avec dérivées

d’égalités linéaires ou non linéaires, ce qui reviendrait à prendre en compte les contraintes

d’égalité lors de la minimisation du modèle quadratique dans la région de confiance :

min
x∈Rn

Q(xopt + d)

s.t.





‖d‖ ≤ ∆,

CDB(xopt + dk) ≤ 0,

C̃DF (xopt + dk) ≤ 0,

ce(x) = 0,

(3.53)

où ce(x) sont les contraintes d’égalité.

4.2 Prise en compte du bruit

Cette méthode est assez peu sensible au bruit provenant de la fonction objectif, car

le paramètre ρ permet de maintenir les points d’interpolation assez éloignés les uns des

autres afin que le bruit n’ait pas trop d’influence sur le modèle. Toutefois la méthode peut

être perfectionnée afin d’être plus robuste au bruit lorsque celui-ci peut être quantifié. Lors

de la minimisation du modèle quadratique de l’étape (2)(a)(i), si l’amélioration prédite

ϕ̃(xopt) − ϕ̃(xopt + d) est inférieure au bruit défini par (3.54) alors la fonction n’est pas

évaluée en xopt + d et le test de validité de l’étape (2)(b) suit.

On peut définir le bruit comme suit :

noise = 1
2

max[noiser|f(xopt)|, noisea × (1 + noiser)], (3.54)

où noiser et noisea sont respectivement l’erreur relative et l’erreur absolue sur la fonction

objectif. Cette heuristique a été testée dans la section 1.1.2 du chapitre 4.

4.3 Fonction objectif de type moindres carrés

Cette méthode n’est pas très adaptée pour l’optimisation de fonction de moindres

carrés (3.55), or ce cas de figure apparâıt assez régulièrement dans le monde de l’indus-

trie (voir la section 2.1.1 du chapitre 4) pour le calage de simulateurs sur des données

expérimentales par exemple. On considère le problème de mooindre carrés

min Φ(x) =
1

2

nls∑

i=1

f 2
i (x), (3.55)
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où fi(x) : Rn → R, i = 1, ..., nls sont des fonctions non linéaires.

L’idée introduite par Zhang et al [185] pour prendre en compte cette caractéristique

est de construire un modèle pour chacune de ces fonctions fi. Notons mi(·), i = 1, ..., nls
les modèles d’interpolation quadratiques des fi(·).

Cette idée semble intéressante mais n’est pas évidente en pratique en raison du nombre

pouvant être grand nls de fonctions non linéaires formant la fonction de moindres carrés

à minimiser Φ. C’est pourquoi nous avons pensé à grouper les fi par paquet pour traiter

la fonction de moindres carrés.

Pour notre part, nous avons testé deux alternatives différentes :

◦ la modélisation (nommée LS1) des

nj∑

i=0

f 2
i (3.56)

◦ et la modélisation (nommée LS2) des

√√√√
nj∑

i=0

f 2
i , (3.57)

pour nj le nombre de données utilisées pour construire le modèle mj, j = 1, 2, ..., nm, où

nm∑

j=1

nj = nls,

où nm est le nombre de modèles construits. La fonction minimisée par la méthode SQA

(voir la section 2.2.2 de ce chapitre) est alors :

◦ pour LS1 :

MΦ(x) =
nm∑

j=1

mj(x) (3.58)

◦ pour LS2

MΦ(x) =
nm∑

j=1

m2
j(x). (3.59)

Notons que si nls n’est pas trop grand, nous pouvons construire un modèle pour

chacune des fonctions fi (soit nm = nls), comme suggéré par Zhang et al.. Nos deux

alternatives reviennent alors à :

◦ la modélisation des f 2
i (LS1) et

◦ la modélisation des fi (LS2).

Nous avons traité les trois exemples suivants :

◦ {
f1 = exp(−x1) + x2 − 1

f2 = exp(−x1) + x2 − 4

Φ =
∑nls=2

i=1 f 2
i (x)

(3.60)
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◦

{
f1(x) = (x1 − 1) ∗ (x1 − 1) + (x2 − 2) ∗ (x2 − 2) + 3 ∗ x1 ∗ x2

f2(x) = (x1 + 1) ∗ (x1 + 1) + x2 ∗ x2

Φ =
∑nls=2

i=1 f 2
i (x)

(3.61)

◦

∀i = 1, nls = 16, avec ti = i−1
10

fi(x) = x1 ∗ |x2|ti ∗ tanh(x3 ∗ ti + sin(x4 ∗ ti)) ∗ cos(ti ∗ exp(x5))

−53.81 ∗ 1.27ti + tanh(3.012 ∗ ti + sin(2.13 ∗ ti)) ∗ cos(ti ∗ exp(0.507))

Φ =
∑nls=16

i=1 f 2
i (x)

(3.62)

Les deux fonctions (3.60) et (3.61) ont été minimisées à l’aide de la méthode SQPAL

Gauss Newton [44, 159] ainsi que par la méthode SQA avec trois différentes approches :

l’approche classique et les deux approches permetant de prendre en compte le caractère

moindres carrés de la fonction objectif (LS1 (3.56) et LS2 (3.57), avec un modèle pour

chaque fonction nm = nls = 2) pour deux différents nombres de points d’interpolation :

2n + 1 et (n + 1)(n + 2)/2. La fonction (3.62) a été minimisée à l’aide de la méthode

SQPAL Gauss Newton ainsi que par la méthode SQA avec différentes approches pour un

nombre de points d’interpolation de 2n+ 1 :

◦ l’approche classique,

◦ l’approche LS1 construisant un modèle pour chaque fonction (nm = nls = 16),

◦ l’approche LS2 construisant un modèle pour chaque fonction (nm = nls = 16),

◦ l’approche LS1 construisant nm = 4 modèles, ces modèles étant construits à partir

de quatre fi chacun, et

◦ l’approche LS2 construisant nm = 4 modèles, ces modèles étant également construits

à partir de quatre fi.

Sur les figures 3.10, 3.11 et 3.12, nous indiquons les valeurs de la fonction objectif aux

cours des itérations pour les différentes méthodes utilisées.
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Figure 3.10 – Evolution de la valeur de la fonction objectif en fonction du nombre de

simulations pour la minimisation de la fonction de moindres carrés (3.60) sans dérivées

avec différentes méthodes d’optimisation

Sur la figure 3.10, nous pouvons remarquer que la méthode SQA est plus rapide que

la méthode SQPAL Gauss Newton pour obtenir la solution sur cet exemple. Sur cette

exemple, la prise en compte du caractère moindres carrés n’accélère pas la convergence

de la méthode qui est déjà très rapide avec la version standard.
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Figure 3.11 – Evolution de la valeur de la fonction objectif en fonction du nombre de

simulations pour la minimisation de la fonction de moindres carrés (3.61) sans dérivées

avec différentes méthodes d’optimisation

Sur la figure 3.11, nous remarquons que le minimum est obtenu plus rapidement pour

les méthodes SQA-LS2 avec 2n+1 ou (n+1)(n+2)/2 que pour les mêmes méthodes sans

prendre en compte le caractère moindres carrés de la fonction objectif. De plus, ces mêmes

méthodes sont plus rapides à obtenir le minimum que la méthode SQPAL Gauss Newton,

méthode dédiée à la minimisation de moindres carrés. Les méthodes SQA-LS1 et SQA

standard sont semblables lorsque le nombre de modèles construits nm est égal au nombre

des fi : nm = nls. Nous pouvons observer sur la figure 3.11 que les résultats obtenus par les

méthodes SQA 2n+1 et SQA-LS1 2n+1 d’une part et SQA (n+1)(n+2)/2 et SQA-LS1

(n + 1)(n + 2)/2 d’autre part sont relativement semblables deux à deux. Ceci n’est pas

étonnant puisque les modèles ne diffèreront que par l’introduction de la minimisation de

la norme de Frobenius.
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Figure 3.12 – Evolution de la valeur de la fonction objectif en fonction du nombre de

simulations pour la minimisation de la fonction de moindres carrés (3.62) sans dérivées

avec différentes méthodes d’optimisation

Sur la figure 3.12, nous pouvons observer que les méthodes SQA-LS2 2n+ 1, nm = 16

ou nm = 4 rattrapent la méthode SQPAL Gauss Newton qui nécessite beaucoup moins

d’évaluations lors de son initialisation. Ces méthodes n’obtiennent la précision de SQPAL

Gauss Newton que pour un nombre plus important de simulations. La prise en compte

du caractère moindres carrés de la fonction est très intéressante surtout pour lorsque le

nombre d’évaluation de la fonction objectif est relativement faible. En effet, les méthodes

SQA-LS2 2n + 1, nm = 16 ou nm = 4 obtiennent une valeur de la fonction objectif de

2.10−3 au bout de 15 évaluations alors que la méthode SQA 2n + 1 obtient cette valeur

après 25 évaluations.

Les résultats obtenus sur ces cas tests en dimension peu élevée pour tester la prise en

compte du caractère de moindres carrés de la fonction objectif par notre méthode sont

prometteurs. Des résultats supplémentaires de la prise en compte de ce caractère de la

fonction objectif sur l’application en caractérisation de réservoir seront présentés dans la

section 2.1.1 du chapitre 4.
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4.4 Mise à jour des poids de pénalisation dans la fonction de

mérite

Le choix des poids de pénalisation des contraintes sans dérivées est un problème com-

plexe pour une prise en compte de ces contraintes de manière efficace par notre méthode.

L’utilisation d’un poids de pénalisation des contraintes sans dérivées constant pourrait

s’avérer trop simpliste pour certaines applications, même si nous n’avons pas rencontré

de problème dans nos applications ; la fonction et les contraintes ayant été normalisées

convenablement.

Nous avons pensé à une adaptation évolutive des différents poids de pénalisation de

ces contraintes sans dérivées λi. Notre première tentative est d’emprunter les multipli-

cateurs de Lagrange µi obtenus lors de la minimisation du modèle quadratique Q de la

fonction sous contraintes (voir l’équation (3.19)) à l’aide de la méthode SQP. Le problème

survient lors de l’initialisation de la méthode, si la première itération ne vérifie pas une

contrainte difficile, et si les modèles des contraintes ne sont pas compatibles dans la région

de confiance. Dans ce cas, il est impossible de trouver une solution au sous problème (3.19).

Par conséquent, celui-ci est remplacé par le sous problème (3.21), qui traite les contraintes

difficiles dans une fonction de mérite et donc ne permet pas d’initialiser ou de mettre à

jour les multiplicateurs de Lagrange. Un second problème apparait lorsque la méthode

effectue une itération d’amélioration du modèle, le sous problème (2.2.3) ne prenant pas

en compte les modèles des contraintes sans dérivées, les multiplicateurs de Lagrange as-

sociés à ces contraintes ne peuvent être mis à jour dans la fonction de mérite permettant

de sélectionner le point optimal courant. Ce cas de figure est critique lorsqu’un mini-

mum local se situe le long d’une contrainte difficile. En effet, le nouvel itéré obtenu par

l’amélioration de modèle peut être aprouvé comme le point optimal courant par la fonc-

tion de mérite (à l’aide des multiplicateurs de Lagrange de l’itération précédente) alors

qu’il ne vérifie pas les contraintes sans dérivées. Dans ce cas, la méthode peut boucler le

long de cette contrainte modélisée mais peut également ne pas réussir à revenir vers le

domaine admissible pour les contraintes sans dérivées si la région de confiance est réduite.

Une seconde possibilité pour la mise à jour des poids de pénalisation des contraintes

sans dérivées est utilisée par Powell [133] dans le cadre de l’optimisation à l’aide de modèle

linéaire de la fonction objectif et des contraintes difficiles. La fonction de mérite (prenant

contrairement à notre méthode en compte les contraintes en normes L∞) utilisée est la

suivante :

Φ(x) = f(x) + µ
(

max{−CDF(i)
(x)/i = 1, ..., nDF}

)
#
. (3.63)

Powell indique qu’une réduction de la fonction de mérite Φ(xnew) < Φ(xold) ait lieu lorsque

le paramètre de pénalisation µ ne permet pas de réduire le modèle de la fonction de

mérite lors d’une itération de minimisation du modèle dans la région de confiance n’est

pas envisageable. Lorsque cela arrive, on recherche le paramètre µ̄ permettant Φ̃(xnew) <

Φ̃(xold). Le paramètre µ courant reste inchangé si µ ≥ 3µ̄/2, autrement µ est remplacé

par 2µ̄. Cette augmentation du paramètre µ peut modifier le point optimal courant qui
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sera remplacé par un point évalué qui réduit le terme

(
max{−CDF(i)

(x)/i = 1, ..., nDF}
)

#
.

Cette solution est intéressante, mais la méthode utilisée par Powell [133] ne contenant pas

d’étape d’amélioration du modèle, elle ne peut être directement être transposée à notre

méthode. Notre choix de poids de pénalisation dans SQA est à perfectionner, mais celui-ci

à tout de même permis de traiter les applications du chapitre 4 nécessitant la prise en

compte de contraintes sans dérivées.
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Chapitre 4
Résultats

Comparer des algorithmes d’optimisation sans dérivées se révèle très délicat. En ef-

fet, les critères d’arrêt des algorithmes ne permettent pas d’obtenir des solutions finales

comparables. De plus, le nombre d’évaluations de la fonction permettant d’obtenir une

réduction importante de la fonction objectif rend certains algorithmes inutilisables en

grande dimension. Différents algorithmes d’optimisation sans dérivées sans contraintes

sont comparés dans les publications suivantes [4, 5, 121].

Les résultats obtenus par notre méthode SQA (décrite dans le chapitre 3) sur diffé-

rents benchmarks (CUTEr [77, 121], MOPTA08 [98]) seront tout d’abord présentés puis

comparés avec d’autres méthodes. Les résultats obtenus sur des applications réelles de

l’IFPEN seront présentés par la suite.

1 Benchmarks

En premier lieu, les résultats obtenus par notre méthode sur un ensemble de problèmes

avec des contraintes de bornes issus du benchmark CUTEr [121] sont présentés et comparés

avec d’autres méthodes à l’aide de profils de performances et de profils de données (voir

annexe A) pour différentes précisions sur la fonction objectif (précision notée τ > 0). Ces

problèmes peuvent être lisses, bruités ou non différentiables.

Ensuite, des résultats obtenus sur des fonctions du même benchmark CUTEr [77] avec

des contraintes non linéaires seront présentés.

Enfin, on considère un benchmark réputé difficile proposé par D. Jones de General

Motors, construit à partir de données de simulations de crash de voitures (MOPTA08

[98]). Les résultats obtenus sur ces benchmarks par de nombreuses méthodes dont la

méthode SQA sont décrits et comparés.
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1.1 Benchmark avec contraintes de bornes (Moré et Wild)

Nous présentons dans ce paragraphe des résultats obtenus pour un budget limité

d’évaluations de la fonction objectif. Nous nous placerons dans le cadre d’un problème

d’optimisation sous contraintes de bornes, où la fonction objectif f peut être lisse, bruitée

ou non dérivable. Une partie de ces résultats sont présentés dans [113].

Les problèmes considérés sont issus du benchmark CUTEr pour former trois ensembles

de 53 problèmes. Les classes de problèmes étudiées sont des problèmes lisses, des problèmes

bruités ainsi que des problèmes non différentiables de dimension n ∈ [2, 13]. Nous avons

utilisé les problèmes présentés par Moré et Wild dans www.mcs.anl.gov/~more/dfo et

[121] afin de comparer trois solveurs. Ces problèmes sous contraintes de bornes ont été

appliqués pour comparer les différents solveurs (les paramètres ont été normalisés). Les

méthodes d’optimisation ainsi comparées sont la méthode d’optimisation SQA présentée

au chapitre 3, une implémentation de la méthode EGO de krigeage avec ajout de points

par espérance de gain présentée en annexe D (voir [13, 12]), la méthode du simplexe de

Nelder-Mead (NMSMAX voir section 1.1 du chapitre 1 et [124]), la stratégie d’évolution

CMAES [87, 86, 88, 36] ainsi que la méthode SQPAL [44, 159]. Cette dernière est une

méthode SQP avec le gradient estimé par différences finies (avec un pas de différences

finies de 10−6) et une approximation BFGS de la matrice Hessienne (voir annexe B). Le

tableau 4.1 récapitule différents solveurs d’optimisation sans dérivées classés suivant les

différents types de méthodes présentées dans le chapitre 1.

Les problèmes sont construits à partir de plusieurs fonctions de CUTEr, notées fk.

Les problèmes lisses sont définis par les fonctions deux fois continûment différentiables

suivantes :

f(x) =
m∑

k=1

fk(x)2. (4.1)

Les fonctions bruitées sont construites avec

f(x) = (1 + εfφ(x))
m∑

k=1

fk(x)2, (4.2)

où εf = 10−2 est le bruit relatif et la fonction de bruit φ : Rn 7→ [−1, 1] est définie par le

polynôme de Chebyshev cubique φ(x) = T3(φ0(x)), T3(α) = α(4α2 − 3), où

φ0(x) = 0.9 sin(100‖x‖1) cos(100‖x‖∞) + 0.1 cos(‖x‖2).

Nous nous intéressons également aux comportements des solveurs sur des fonctions

non différentiables qui sont construites de la manière suivante :

f(x) =
m∑

k=1

|fk(x)|. (4.3)

Ces problèmes sont continus mais le gradient n’existe pas lorsque fk(x) = 0 et ∇fk(x) 6= 0

pour tout indice k. La fonction f(x) est deux fois continûment différentiable dans les

régions où fk ne change pas de signe.
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Table 4.1 – Tableau récapitulatif des différents solveurs
Classes Noms Commentaires

Recherche NMSMAX Méthode de Nelder-Mead

directe APPSPACK Pattern Search parallèle

NOMAD Pattern Search

Métaheuristiques CMAES Stratégie d’évolution

Optim. SQPAL SQP avec gradients calculés par différences

à base de finies et approximation BFGS de la Hessienne

modèle de ∇f Implicit Filtering

Optim. EGO krigeage avec ajout de point

à base de par espérance de gain sans contraintes

modèle de f COBYLA modèle linéaire local valable

dans une région de confiance

avec contraintes ”derivative free”

DFO modèle quadratique local valable dans une

région de confiance avec contraintes

”derivative based” et ”derivative free”

UOBYQA modèle quadratique complet local valable

dans une région de confiance sans contraintes

CONDOR modèle quadratique complet local

valable dans une région de confiance

avec contraintes ”derivative based”

WEDGE modèle linéaire ou quadratique

complet local valable dans une

région de confiance sans contrainte

NEWUOA modèle quadratique local valable dans

une région de confiance sans contraintes

BOBYQA modèle quadratique local valable

dans une région de confiance

avec contraintes de bornes

BOOSTERS modèle RBF local valable dans une

région de confiance sans contraintes

ORBIT modèle RBF local valable dans une

région de confiance sans contraintes

SQA modèle quadratique local valable dans

une région de confiance avec contraintes

”derivative based” et ”derivative free”

Nous n’utilisons pas la totalité des problèmes définis par Moré et Wild lorsque les

méthodes sont comparées avec la méthode EGO, car l’implémentation utilisée ne converge

pas dans un temps de calcul raisonnable sur les problèmes dont la dimension est supérieure

à 7 (29 problèmes de dimension n ∈ [2, 7]). Mais les comparaisons obtenues à partir des
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résultats des autres méthodes sur la totalité des problèmes sont similaires à ceux que nous

présentons par la suite. En revanche, lorsque les méthodes sont comparées entre elles sans

comparaison à EGO, celles-ci le sont sur la totalité des exemples.

1.1.1 Problèmes lisses

Le test de convergence utilisé s’écrit : f(x∗) ≤ fL + τ(f(x0) − fL), où τ > 0 est la

tolérance, x0 est le point de départ du problème, et fL est calculée pour chaque problème

comme la plus petite valeur de f obtenue par tous les solveurs en un nombre d’évaluations

fixé. La tolérance τ ∈ [0, 1] représente un pourcentage de réduction de la valeur f(x0) de

départ après un nombre d’évaluations donné (cf. annexe A).
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Figure 4.1 – Profils de données (voir annexe A) pour les problèmes lisses du benchmark

sous contraintes de bornes de taille inférieure à 7 pour différentes précisions τ

Les profils de données de la figure 4.1 montrent que la méthode SQA (voir chapitre 3)

résout le plus grand pourcentage de problèmes pour chacune des précisions et pour tous

les budgets d’évaluations de f .

Les différences de performance entre la méthode SQA et la méthode SQP avec diffé-

rences finies pour approcher le gradient sont déjà assez conséquentes pour un budget de

20(np+1) évaluations (voir figure 4.1) : en effet, pour τ = 10−5 ou 10−6, SQA résout 30 %

de problèmes de plus que SQPAL avec un pas de 10−6 soit deux fois plus de problèmes.
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4. Résultats

Seule la méthode de krigeage avec ajout de points par espérance de gain semble pouvoir

concurrencer la méthode SQA sur les problèmes de taille inférieure à 7.
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Figure 4.2 – Profils de performances (voir annexe A) pour les problèmes lisses du bench-

mark sous contraintes de bornes de taille inférieure à 7 pour différentes précisions τ

Les profils de performances de la figure 4.2 montrent pour toutes les précisions τ que

la méthode SQA est le solveur le plus rapide pour au moins 50 % des problèmes alors que

le krigeage et la méthode SQP avec différences finies sont plus rapides seulement pour

moins de 30 % des problèmes. Et la stratégie d’évolution CMAES ainsi que le simplexe de

Nelder-Mead sont les plus rapides seulement pour moins de 10 % des problèmes. De plus,

la méthode SQA est la plus robuste : elle résout le plus grand pourcentage de problèmes

pour chacune des précisions. Les différences de performance entre les solveurs considérés

sont maintenues lorsque le nombre d’évaluations augmente, le krigeage avec espérance de

gain et la méthode SQP avec différences finies ne résolvent pas autant de problèmes que

la méthode SQA.
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Figure 4.3 – Profils de données (voir annexe A) pour les problèmes lisses du benchmark

sous contraintes de bornes de taille inférieure à 13 pour différentes précisions τ

Les figures 4.3 et 4.4 indiquent l’influence du choix du nombre de points d’interpolation

du modèle quadratique sur les performances de la méthode SQA. Les profils de données

de la figure 4.3 montrent que la méthode SQA avec un nombre de points d’interpolation

fixe de (n + 1)(n + 2)/2, 2n + 1 et n + 6 sont toujours plus efficaces que SQA avec

n + 2 points. Nous remarquons également que SQA interpolant la fonction objectif avec

un modèle quadratique en (n+ 1)(n+ 2)/2 points est pour toutes précisions τ le solveur

permettant de résoudre le plus grand nombre de problèmes pour un budget de 100×(np+1)

simulations. En revanche, SQA avec 2n + 1 et n + 6 points permettent de résoudre plus

de problèmes pour des budgets de simulations bien inférieurs. On pouvait attendre ces

résultats, SQA n+ 2 dispose d’un modèle très peu précis, alors que SQA (n+ 1)(n+ 2)/2

profite d’un modèle très précis mais coûteux lors de la phase d’initialisation.
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Figure 4.4 – Profils de performances (voir annexe A) pour les problèmes lisses du bench-

mark sous contraintes de bornes de taille inférieure à 13 pour différentes précisions τ

Les profils de performances de la figure 4.4 illustrent également l’importance du choix

du nombre de points d’interpolation du modèle quadratique de la méthode SQA. En effet

si une faible précision sur la convergence est suffisante, τ = 10−3 à 10−5, un nombre de

points d’interpolation de 2n+1 ou n+6 est très satisfaisant ; en effet, ces méthodes sont les

plus rapides à résoudre respectivement 50 % et 40 % des problèmes pour une précision de

τ = 10−4. En revanche pour une meilleure précision de convergence τ = 10−6, la méthode

SQA avec un nombre de points d’interpolation de (n + 1)(n + 2)/2 est plus rapide à

résoudre pratiquement la moitié des problèmes. De plus la méthode SQA (n+ 1)(n+ 2)/2

est la plus robuste : elle résout le plus grand pourcentage de problèmes pour chacune des

précisions. Notons que la dimension des problèmes de ce benchmark est inférieure à 13,

celle-ci est relativement peu élevée ce qui permet à la méthode SQA (n+1)(n+2)/2 d’être

plutôt plus efficace que la méthode SQA construisant un modèle quadratique à partir de

moins de points d’interpolation.

A partir de ces résultats, pour permettre d’obtenir l’avantage d’une convergence rapide

dès les n+2 premières simulations et une précision plus importante sur la convergence ainsi

qu’une méthode plus robuste, il semble judicieux d’adapter le nombre de points d’interpo-

lation au cours des itérations pour associer les avantages de la méthode SQA construisant
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un polynôme quadratique sous déterminé et la méthode SQA construisant un polynôme

quadratique complet. Cette proposition constitue une perspective d’amélioration de la

méthode SQA non implémentée au cours de la thèse.

1.1.2 Problèmes bruités

Nous présentons les résultats pour les problèmes bruités uniquement pour des préci-

sions de τ assez faibles (10−2 et 10−3). En effet, des précisions plus fines sont difficiles à

atteindre dans le cas d’une minimisation de fonction bruitée (bruit relatif égal à 10−2) et

ne sont pas représentatives.

Les profils de données des figures 4.5 montrent que la méthode SQA, résout le plus

grand pourcentage de problèmes pour tous les budgets d’évaluations de fonction et pour

tous niveaux de précision τ . Les résultats sont sensiblement similaires au cas non bruité

mais la méthode SQA et le krigeage avec ajout de points par espérance de gain semblent

moins sensibles au bruit que la méthode utilisant les différences finies pour approcher

le gradient. L’approximation du gradient est effectivement une difficulté dans le cas de

problème bruité, surtout pour de petit pas de différences finies. Cependant, nous signalons

que les résultats sur l’optimisation de ces mêmes problèmes bruités avec SQPAL avec un

pas de différences finies de 10−3, présentés dans [113]) étaient moins performants. Le

choix du pas de différences finies est le réel souci de l’utilisation de ces méthodes sur

des fonctions bruités. La stratégie d’évolution et la méthode du simplexe de Nelder-Mead

sont sensiblement moins affectées par le bruit que les autres solveurs, effectivement les

résultats paraissent meilleurs que sur le cas lisse.
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Figure 4.5 – Profils de données (voir annexe A) pour les problèmes bruités du benchmark

sous contraintes de bornes de taille inférieure à 7 pour différentes précisions τ

De plus, les profils de performances des figures 4.2 et 4.6 montrent que la méthode

utilisant les différences finies résout deux fois moins de problèmes bruités que de problèmes
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lisses pour des niveaux de précision τ assez faibles (10−3). Les deux méthodes SQA et

EGO n’ont que 10 % de problèmes non résolus supplémentaires pour le même niveau de

précision.

Les profils de performances de la figure 4.6 montrent que la méthode SQA est le solveur

le plus rapide pour au moins 55 % des problèmes alors que les 4 autres méthodes sont plus

rapides pour moins de 20 % des problèmes. De plus, la méthode SQA est, comme pour les

problèmes lisses, la plus robuste car elle résout le plus grand pourcentage de problèmes

pour chacune des précisions.
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Figure 4.6 – Profils de performances (voir annexe A) pour les problèmes bruités du

benchmark sous contraintes de bornes de taille inférieure à 7 pour différentes précisions τ

Une technique pour prendre en compte le bruit dans la méthode SQA a été implémen-

tée (voir section 4.2 du chapitre 3). Les résultats obtenus étaient sensiblement identiques

aux résultats obtenus sans, c’est pourquoi ils ne sont pas présentés parmi ces résultats.

Comme expliqué dans la section 4.2 du chapitre 3, la présence de la distance minimale

entre les points d’interpolation ρ permet de limiter l’impact du bruit.

Les figures 4.7 et 4.8 indiquent l’influence du nombre de points d’interpolation sur les

performances de la méthode SQA sur les problèmes bruités. Les profils de données de la

figure 4.7 montrent que la méthode SQA avec un nombre de points de (n+1)(n+2)/2 per-

met de résoudre un plus grand pourcentage de problèmes bruités dès 20(np+1) évaluations

pour une précision τ = 10−2 et 10−3 (pour une dimension maximale de problèmes égale à

13). Celle-ci est également la méthode vérifiant le plus grand pourcentage de problèmes

pour toutes précisions τ , pour un budget de 100(np + 1) évaluations. Les méthodes SQA

avec un nombre de points d’interpolation de (n+ 6) et 2n+ 1 permettent de résoudre un

plus grand pourcentage de problèmes pour de petits budgets d’évaluation.
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Figure 4.7 – Profils de données (voir annexe A) pour les problèmes bruités du benchmark

sous contraintes de bornes de taille inférieure à 13 pour différentes précisions τ

Les profils de performance de la figure 4.8 indiquent que la méthode SQA avec 2n+ 1

points d’interpolation est la méthode la plus rapide pour environ 50 % des problèmes pour

toutes précisions τ . La méthode SQA (n + 1)(n + 2)/2 est la méthode la plus robuste,

elle permet de résoudre environ 95 % des problèmes pour une précision τ = 10−3. Nous

pouvons remarquer que plus le modèle de la fonction utilisé par la méthode SQA est

basé sur un grand nombre de points d’interpolation, plus la méthode est robuste sur les

problèmes bruités.
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Figure 4.8 – Profils de performances (voir annexe A) pour les problèmes bruités du

benchmark sous contraintes de bornes de taille inférieure à 13 pour différentes précisions

τ
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1.1.3 Problèmes non différentiables

Nous présentons les résultats pour les problèmes non différentiables, qui nous per-

mettent de connâıtre les performances des solveurs en présence de non-différentiabilités

locales, sachant que les preuves de convergence pour l’optimisation sans dérivées supposent

la différentiabilité de f .

Les profils de données des figures 4.9 indiquent que les problèmes non différentiables

sont plus difficiles à résoudre que les problèmes lisses et bruités. En effet, aucun optimiseur

n’est capable de résoudre plus de 45 % de problèmes avec un budget de 100(np + 1)

évaluations de fonction pour une tolérance τ = 10−6. Pour le même budget et le même

niveau de précision, environ 90 % de problèmes étaient résolus pour les fonctions lisses.

La méthode SQA est bien moins performante sur ces problèmes, elle est sensible à la non-

différentiabilité de la fonction objectif. Cependant, elle reste plus efficace que les autres

méthodes pour toutes précisions τ .
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Figure 4.9 – Profils de données (voir annexe A) pour les problèmes non différentiables du

benchmark sous contraintes de bornes de taille inférieure à 7 pour différentes précisions τ

Les profils de performances des figures 4.10 indiquent que la méthode évolutionnaire

CMAES est la méthode la plus robuste pour diminuer la fonction objectif sur les fonctions

non différentiables, suivie de la méthode SQA. Les résultats pour τ = 10−7 indiquent que
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SQA est le solveur le plus rapide sur 30 % des problèmes, alors que les méthodes SQPAL,

EGO et CMAES ne sont les plus rapides que sur 20 % des problèmes.
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Figure 4.10 – Profils de performances (voir annexe A) pour les problèmes non

différentiables du benchmark sous contraintes de bornes de taille inférieure à 7 pour

différentes précisions τ

Les figures 4.11 et 4.12 indiquent l’influence du choix du nombre de points d’inter-

polation sur les performances de la méthode SQA. Les profils de données de la figure

4.11 montrent que les performances de la méthode SQA avec un modèle construit à par-

tir de différents nombres d’interpolation de points semblent logiquement s’inverser avec

une augmentation du nombre d’évaluations de la fonction. En effet, plus le nombre de

points d’interpolation du modèle quadratique est petit, plus l’optimisation démarre rapi-

dement (phase d’initialisation moins coûteuse en évaluation), et donc plus le solveur est

rapide pour de petits budgets d’évaluation. Et plus le nombre de points d’interpolation

est grand, plus le solveur est capable de résoudre de problèmes. Les profils de données

des différentes méthodes s’inversent vers 30(np + 1) évaluations pour des problèmes de

dimension inférieure à 13 pour toutes précisions τ .
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Figure 4.11 – Profils de données (voir annexe A) pour les problèmes non différentiables du

benchmark sous contraintes de bornes de taille inférieure à 13 pour différentes précisions

τ

Les profils de performance de la figure 4.12 n’indiquent pas réellement qu’un solveur

est le plus rapide à résoudre un grand nombre de problèmes, contrairement aux résultats

obtenus sur les fonctions lisses où la méthode SQA (2n+1) ou (n+1)(n+2)/2 permettaient

de résoudre plus rapidement 50 % des problèmes suivant la précision voulu. En revanche, la

robustesse est comme pour les fonctions lisses liée aux nombres de points d’interpolation.

112



1. BENCHMARKS

2 4 6 8 10 12
0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1
τ = 0.001

α = eval Nb. / min(eval Nb. for all solvers)

N
b.

 o
f s

ol
ve

d 
pb

./ 
N

b.
 o

f p
b.

1 2 3 4 5 6 7 8 9 10
0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1
τ = 0.0001

α = eval Nb. / min(eval Nb. for all solvers)

N
b.

 o
f s

ol
ve

d 
pb

./ 
N

b.
 o

f p
b.

1 1.5 2 2.5 3 3.5 4 4.5 5 5.5 6
0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1
τ = 0.00001

α = eval Nb. / min(eval Nb. for all solvers)

N
b.

 o
f s

ol
ve

d 
pb

./ 
N

b.
 o

f p
b.

1 1.5 2 2.5 3 3.5 4 4.5 5 5.5 6
0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1
τ = 0.000001

α = eval Nb. / min(eval Nb. for all solvers)

N
b.

 o
f s

ol
ve

d 
pb

./ 
N

b.
 o

f p
b.

 

 

SQA 1/2(n+1)(n+2) SQA 2n+1 SQA n+6 SQA n+2

Performances profiles for Piecewise Smooth pb.

Figure 4.12 – Profils de performances (voir annexe A) pour les problèmes non

différentiables du benchmark sous contraintes de bornes de taille inférieure à 13 pour

différentes précisions τ

1.1.4 Conclusions

L’étude des différentes méthodes d’optimisation sans dérivées sur ce benchmark nous

indique que le solveur SQA est une alternative très intéressante pour l’optimisation de

fonctions objectifs lisses, bruitées et non différentiables sans dérivées. En effet, cette

méthode obtient une décroissance de la fonction objectif plus rapide que les autres sol-

veurs sur les différents types de fonctions objectifs testées. De plus, cette méthode est

également plus robuste ques les autres méthodes sur les problèmes lisses et bruités. Seule

la méthode évolutionnaire CMAES est plus robuste sur les problèmes non-différentiables,

ce qui n’est pas étonnant compte tenu des hypothèses de régularité nécessaires pour prou-

ver la convergence de SQA.

L’étude de sensibilité du nombre de points d’interpolation du modèle quadratique de

la méthode SQA nous indique que le choix de ce paramètre permet de trancher entre une

convergence rapide et la robustesse de la méthode. En effet, si le nombre de points d’in-

terpolation du modèle quadratique est faible (typiquement n+ 2), l’optimisation démarre

plus rapidement mais la méthode sera moins robuste que pour un modèle quadratique

complet avec (n+ 1)(n+ 2)/2 points d’interpolation. Comme nous l’avons expliqué dans

le paragraphe 1.1.1 de ce chapitre, il serait judicieux d’adapter le nombre de points d’in-
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terpolation au cours des évaluations pour permettre d’associer ces différents avantages.

1.2 Benchmark CUTEr sous contraintes avec dérivées

Dans ce paragraphe, nous comparons les résultats obtenus pour un budget limité

d’évaluations de la fonction objectif par différents solveurs. Les problèmes étudiés sont

un ensemble de 13 problèmes de Hock et Schittkowski 1, problèmes d’optimisation sous

contraintes linéaires et non linéaires, étudiés dans [167]. Tous les problèmes proviennent

de CUTEr et les points de départ sont donnés. La dimension des problèmes est comprise

entre 2 et 13. Nous présentons de nouveau les résultats obtenus sous forme de profils de

données et de profils de performance pour différentes précisions. Les solveurs utilisés sont :

◦ SQA pour n+ 2, 2n+ 1 et (n+ 1)(n+ 2)/2 points d’interpolation,

◦ SQPAL ([44, 159], méthode SQP avec les gradients calculés par différences finies

(avec un pas de différences finies de 10−6) et une approximation BFGS de la matrice

Hessienne) et

◦ COBYLA [133] construit à l’aide d’un modèle d’interpolation linéaire basée sur n+1

points d’interpolation.

Le critère d’arrêt de la méthode SQA et de COBYLA est le même que celui utilisé par

Vanden Berghen [167], on le fixe à 10−4.

Les profils de données de la figure 4.13 montrent que la méthode SQA (n+1)(n+2)/2

résout le plus grand pourcentage de problèmes pour chacune des précisions et pour prati-

quement tous les budgets d’évaluations de f . La méthode SQP approchant les gradients

par différences finies n’est effectivement pas très économique en évaluations de fonction,

la méthode COBYLA approchant la fonction objectif par un modèle linéaire donne des

résultats plus proches que SQA mais l’utilisation d’un modèle plus précis (quadratique

au lieu de linéaire) permet d’obtenir de meilleures performances.

1. Ce sont les problèmes Hock et Schittkowski : HS22, HS23, HS26, HS34, HS38, HS44, HS65, HS76,

HS100, HS106, HS108 et HS116
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Figure 4.13 – Profils de données (voir annexe A) pour les problèmes du benchmark

CUTEr sous contraintes de taille inférieure à 13 pour différentes précisions τ

Les profils de performances de la figure 4.14 montrent que la méthode SQA (n+1)(n+

2)/2 est le solveur le plus rapide sur 30 à 40 % des problèmes alors que les méthodes SQPAL

et COBYLA sont les plus rapides sur moins de 25 % des problèmes. De plus, la méthode

SQA utilisant un modèle quadratique complet est également la plus robuste. Il s’agit en

effet de la méthode résolvant le plus grand pourcentage de problèmes pour chacune des

précisions. Notons que les problèmes non résolus par la méthode SQA, mais résolus par

d’autres solveurs (par exemple HS108 et HS116), ne vérifient pas les contraintes au cours

des itérations. Notre méthode SQA nécessite, en effet, la vérification des contraintes avec

dérivées au cours des itérations. Pour résoudre ces problèmes, sans nécessiter la vérification

des contraintes au cours des itérations, certaines contraintes peuvent être prise en compte

comme des contraintes sans dérivées. Effectivement, la prise en compte de ces contraintes

permet d’éviter de les vérifier lors de chaque itération. La méthode SQA 2n + 1 est

légérement moins efficace que la méthode SQA (n+1)(n+2)/2. Les résultats obtenus par

cette dernière sont tout de même meilleurs que ceux obtenus par les méthodes SQPAL et

COBYLA.
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Figure 4.14 – Profils de performances (voir annexe A) pour les problèmes du benchmark

CUTEr sous contraintes de bornes de taille inférieure à 13 pour différentes précisions τ

Les résultats obtenus sur ce benchmark indiquent que la méthode SQA est efficace

pour l’optimisation sans dérivées soumise à des contraintes. Cette méthode permet une

convergence assez rapide et est plus robuste que les autres méthodes testées.

1.3 MOPTA08

Le benchmark MOPTA08 [98] est un problème de minimisation très complexe proposé

par D. Jones, construit à partir d’un problème automobile réel de Général Motors. Le but

est d’optimiser les performances d’un véhicule sous certaines contraintes de sécurité. La

simulation (crash test) est très coûteuse en termes de temps de calcul (60 simulations

au plus peuvent être réalisées par jour) d’où la nécessité d’utiliser des méthodes d’op-

timisation adaptées. La fonction objectif à minimiser dépend de 124 paramètres et 68

contraintes doivent être vérifiées. Les dérivées de ces fonctions ne sont pas disponibles.

Afin de partager cette application avec la communauté de l’optimisation, Jones a cons-

truit des surfaces de réponses à base de krigeage de la fonction objectif et des contraintes

à partir de simulations du problème réel. L’objectif principal de ce benchmark est de

réduire la valeur de la fonction objectif en dessous d’un seuil de 228 (la valeur initiale
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de la fonction objectif est 251) et de vérifier toutes les contraintes en moins de 1800

évaluations c’est-à-dire 15 fois le nombre de paramètres, ce qui correspond environ à un

mois de temps CPU pour le simulateur réel.

Jones a tenté de résoudre ce problème avec plusieurs méthodes sans obtenir le résultat

espéré.

Les résultats obtenus par deux méthodes SQP classiques avec différences finies (algo-

rithme Harwell VF13 et iSIGHT-FD) sont présentés dans les figures 4.15 et 4.16 (figures

de [98]) : la première méthode réduit très lentement la fonction objectif tout en respectant

les contraintes et la seconde méthode réduit rapidement la fonction objectif mais est très

lente à vérifier les contraintes. Il est très difficile de régler le pas de différences finies pour

le calcul des dérivées approchées, la fonction étant également fortement bruitée.

Figure 4.15 – Evolution de la valeur de la fonction objectif optimale en fonction du

nombre de simulations pour l’optimisation par une méthode SQP classique (iSIGHT-FD)

avec une approximation des dérivées par différences finies
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Figure 4.16 – Evolution de la valeur de la fonction objectif optimale en fonction du

nombre de simulations pour l’optimisation par une méthode SQP classique (Harwell

VF13) avec une approximation des dérivées par différences finies

Une méthode de stratégie d’évolution (NUTECH ClearVu) a également été testée

avec différentes implémentations pour la prise en compte des contraintes (pénalisation,

méthode de filtre, nombre de violations des contraintes voir [98]), les résultats obtenus par

pénalisation de la fonction objectif sont présentés dans la figure 4.17. En utilisant comme

méthode de prise en compte de contraintes une pénalisation avec un poids de pénalisation

élevé, ou le nombre de violations de contraintes, les résultats ne sont pas concluants, une

très faible décroissance de la fonction objectif est obtenue pour rester dans le domaine

admissible. En revanche, à l’aide de la méthode de filtre, une décroissance de la fonction

objectif est obtenue mais les contraintes ne sont pas vérifiées. La prise en compte des

contraintes de NUTECH ClearVu permet de réduire légèrement la fonction objectif en

vérifiant les contraintes (voir la figure 4.17).
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Figure 4.17 – Evolution de la valeur de la fonction objectif optimale en fonction du

nombre de simulations pour l’optimisation avec une stratégie d’évolution

Une méthode de recherche locale utilisant une approximation linéaire locale a égale-

ment été testée : COBYLA [133]. Cette méthode a permis une réduction intéressante en

moins de 1800 itérations, mais n’atteint pas la valeur cible de 228.
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Figure 4.18 – Evolution de la valeur de la fonction objectif optimale en fonction du

nombre de simulations pour l’optimisation avec la méthode COBYLA d’approximation

linéaire locale

Le résultat obtenu par la méthode SQA est présenté dans la figure 4.19. Les résultats

de SQA sont très prometteurs : en effet, le seuil de 228 est atteint en un peu plus de

800 simulations et les contraintes sont presque toutes satisfaites à partir de ce nombre

de simulations. La seule méthode qui donne des performances proches de celles obtenues

par la méthode SQA est une méthode basée sur des approximations RBF (radial basis

functions [149, 145]) de la fonction objectif et des contraintes. Avec cette application,

nous montrons la capacité de SQA à traiter des problèmes de grande taille avec un grand

nombre de contraintes pour lesquelles les dérivées ne sont pas disponibles. De plus, SQA

est particulièrement efficace pour le traitement des contraintes par rapport à des méthodes

évolutionnaires ou des méthodes SQP où les contraintes sont introduites par pénalisation.
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Figure 4.19 – Evolution de la valeur de la fonction objectif optimale en fonction du

nombre de simulations pour l’optimisation avec la méthode SQA pour un nombre de

points d’interpolation de 249 (2n+ 1)

2 Applications

2.1 Applications réservoir

2.1.1 Problème d’inversion de données de production et de données sis-

miques : problème de calage historique (ou History Matching)

Nous traitons tout d’abord le problème de calage d’historique sans traiter le caractère

de moindres carrés de la fonction objectif dans la méthode SQA puis en le prenant en

compte.

2.1.1.1 problème de calage d’historique sans prendre en compte le caractère

de moindres carrés de la fonction objectif

Le contenu de cette section est basé sur l’article [110].
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Introduction

The goal of reservoir characterization is the estimation of unknown reservoir parameters by integrat-
ing available data in order to take decisions for production scheme and to predict the production of the
field in the future. Reservoir parameters can be classified in two classes: those related to the geolog-
ical modeling (spatial distribution of porosity, permeability, faults), and those related to the fluid flow
modeling (relative permeability curves, productivity index of the wells). These parameters cannot be
directly determined by measurements (or only locally using well logs). This is the reason why this pa-
rameter estimation problem is formulated as an inverse problem with forward simulators that compute
synthetic measurable data from the parameters : production data acquired at production/injection wells
(e.g. bottom-hole pressure, gas-oil ratio, oil rate), time lapse seismic data (more precisely compressional
and shear wave impedances for different seismic campaigns at different calendar times during the pro-
duction of the field). The associated forward models consist of a fluid flow simulator and a petro-elastic
model (PEM) based on rock physic Gassmann equations. For further details on this application see Rog-
gero et al. (2008). Solving these forward problems is often CPU time consuming and does not provide
the derivatives with respect to the parameters.

The optimization problem is formulated as the minimization of a least-squares objective function com-
posed of two terms, one for the production data mismatch and one for the seismic data mismatch. Some
weights are introduced to account for data uncertainties and modeling errors. In practice, these problems
are often solved by nonlinear optimization methods, as SQP1 method (Sinoquet and Delbos, 2008) with
derivatives approximated by finite differences (FD).
In our application, using the classical Gauss-Newton algorithm is often infeasible because the compu-
tation of the Jacobian matrix is CPU time consuming and its storage is impossible for large datasets
involving seismic data. Consequently, a natural alternative choice is a Quasi-Newton approach based on
classical BFGS approximation of the Hessian of the objective function with derivatives approximated by
FD. Although these SQP methods are particularly efficient for the determination of active constraints,
the number of function evaluations is usually too high for industrial problems with expensive simulators.
Furthermore, the choice of the FD step, crucial for the convergence of this method, is generally cumber-
some because it depends on the accuracy of the function computation which is difficult to estimate in
practice. This is the reason why, we are interested in Derivative Free Optimization (DFO) methods.

There are mainly four classes of DFO methods in the literature. The first class is composed of direct
search methods that explore the variable space by sampling points from a predefined class of geometric
patterns or involve some random process (Nelder and Mead, 1965; Audet and Dennis, 2003; Kolda et al.,
2003). These methods do not assume generally, smoothness of the objective function and therefore can
be applied to a broad class of problems. But, on the other hand, a relatively large number of function
evaluations are often required. These methods are theoretically simple and relatively easy to implement.
The second class is the class of metaheuristic methods, for instance the evolution strategy (Hansen and
Ostermeier, 1996), or the simulated annealing (Kirkpatrick et al., 1983): they explore the parameter
space with a population of sampling points evolving towards the global optimum. This class of methods
does not assume any regularity assumption on the objective function but requires a large number of
function evaluations. The third class of methods combines gradient approximation techniques (e.g. finite
difference (Sinoquet and Delbos, 2008) or simplex gradient (Kelley, 1999; Winslow et al., 1991)) with
Quasi-Newton methods. These methods are not always robust, especially in the presence of noise, which
is often the case for derivative-free applications. The fourth class of methods is based on sequential
minimizations of models of the objective function to limit the number of evaluations of the expensive
function. These models can be local or global models:

• A global model constructed from a limited number of evaluations of f for parameters values
1Sequential Quadratic Programming
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chosen according to a relevant criterion (minimum prediction error, space filling, expected gain
improvement.), can be, for instance, kriging models (Schonlau, 1997; Jones, 2001; Villemonteix,
2008) or Radial Basis Functions (RBF) (Gutmann, 2001; Regis and Shoemaker, 2007). But they
are limited to small size problems (10-30 parameters).

• A local model is generally based on linear or quadratic polynomial interpolation of evaluations
of the objective function at sample sets (Conn et al., 2000, 2009a; Powell, 2006, 2007; Marazzi
and Nocedal, 2002; Vanden Berghen, 2004). Some recent comparison (Langouët and Sinoquet,
2009) based on a benchmark proposed in Moré and Wild (2009), illustrates good performances
of trust region model-based methods compared to three other approaches, even for noisy and
piecewise-smooth problems. Even if the three others class of methods are still widely used in
the engineering community, they require generally more simulations than the local trust region
model-based methods.

In this paper, we propose an adapted method based on local surrogate models (Conn et al., 2000, 2009b;
Powell, 2006) belonging to the fourth class of method: these methods are inspired by SQP methods
with trust region globalization. The proposed Sequential Quadratic Approximation method (SQA) is
an extension of NEWUOA, the efficient Derivative Free Optimization method of Powell (2006), for
constrained optimization.

In the first part of this paper, we describe the main features of the SQA method. The second part presents
results of this method applied to a challenging benchmark proposed by Jones (2008). The third part is
dedicated to a 3D synthetic reservoir application with the joint inversion of production data and 4D
seismic data.

SQA Method

The SQA method is a DFO method adapted to constrained optimization of nonlinear function

min
x∈Rn

f(x)

s.t.
{
CDB(x) ≤ 0,
CDF (x) ≤ 0,

(1)

where the derivative free constraints CDF (responses of simulator with unknown derivatives) and the
constraints with given derivatives CDB are separated (CDB : Rn → RnDB , CDF : Rn → RnDF ).
The SQA algorithm is given in Algorithm 1. At an initial stage, a quadratic model f̃ of the function f
is constructed in a neighborhood of the current point. It interpolates m points2 (usually m = 2n + 1
is chosen) in the admissible domain (at least matching linear constraints). For each derivative free
constraint, a quadratic model C̃DF is also constructed from the same interpolation points. Indeed, for
any function f or CDF and any poised set Y = {y0, y1, ..., yp} ⊂ Rn, the minimum-norm interpolating
polynomial Q and C̃DF that interpolate f and CDF on Y can be expressed as

f̃(x) =

p∑

i=0

f(yi)li(x), C̃DF (x) =

p∑

i=0

CDF (yi)li(x), (2)

where {li(x), i = 0, ..., p} is the set of minimum-norm Lagrange polynomials for Y (see Conn et al.
(2009b)).

Then, at each iteration the problem is solve for the current precision on parameters ρ3: the current
quadratic model f̃ is minimized under constraints CDB and models of derivative free constraints C̃DF

2The incomplete quadratic models (n+ 2 ≤ m ≤ (n+ 1)(n+ 2)/2) are completed by minimizing the Frobenius norm
of the hessian matrix variations of the models (Powell, 2006)

3ρ is the current resolution expected on x. It is updated during optimization process (see in Algorithm 1).
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in a trust region of radius ∆ around the optimal point by a SQP method:

min
d∈Rn

f̃(xopt + d)

s.t.





CDB(xopt + d) ≤ 0,

C̃DF (xopt + d) ≤ 0,
‖d‖ ≤ ∆.

(3)

f and CDF are evaluated at x∗ = xopt + dk, solution of (2).

If the merit function

ϕ(x) = f(x) +

nDF∑

i=1

λiCDF(i)#(x)4, (4)

measuring the constraint violation and f , has decreased, x∗ is validated as the new current optimal point
xopt, where λ is supposed to represent the unknown Lagrange multipliers in this algorithm. λ is set to a
constant value that takes into account the normalization of the function f and the constraints CDF .

Otherwise, another point is added in order to improve the quadratic models: a criterion based on the
interpolating Lagrange polynomial is maximized, see Powell (2006). Finally, the trust region radius ∆
is updated according to the comparison of the reduction of the merit function based on models f̃ and
C̃DF and the effective reduction of the merit function based on f and CDF :

R =
ϕ(xk)− ϕ(xk + dk)

ϕ̃(xk)− ϕ̃(xk + dk)
. (5)

So, ∆ is increased if the ”modeled” merit function has the correct trends compared to the ”real” merit
function or decreased otherwise. The quadratic models f̃ and C̃DF are updated to interpolate the m
closest points to the current optimal point (where f and CDF were evaluated). The algorithm is stopped
when the minimal trust region radius (accuracy on the solution requested by the user) is reached or when
the maximum number of simulations given by the user has been performed.

MOPTA08 Benchmark

The MOPTA08 benchmark is a very complex and challenging minimization problem proposed by Jones
(2008) : it was built from a real automotive problem. The goal is to optimize vehicle performance subject
to security constraints. The simulation (e.g. crash test) is very expensive in terms of computationnal
time: 60 simulations can optimistically be computed per day. This function depends on 124 parameters
under 68 derivative free constraints (blackbox constraints).

In order to share this application with the optimization community, Jones (2008) built kriging response
surface of the objective function and of the constraints from simulations of the real problem. The main
objective of this benchmark is to reduce the objective function value below a threshold of 228 (the initial
function value is 251) in less than 1800 evaluations (15 times the number parameters which corresponds
to one month of CPU time of the real simulator).

The result obtained by SQA method is presented in Figure 1, where the evolution of the objective
function is depicted with respect to the number of simulations.

They are very promising: indeed, the threshold of 228 is reach in 800 simulations and all the constraints
are satisfied. Jones has shown that lot of tested optimization methods failed to solve this problem: a
classical SQP with finite differences, an evolution strategy method,... Only, one method based on RBF
(radial basis functions) approximation of the objective function and of the constraints (Regis, 2009)

4with C# = maxC, 0.

ECMOR XII – 12th European Conference on the Mathematics of Oil Recovery
6 – 9 September 2010, Oxford, UK



Algorithm 1 SQA Algorithm (Sequential Quadratic Approximation)

(1) Initialization : Select m initial interpolation points. xopt is the initial point for which f is minimal
among the m points. Determine the first quadratic model f̃ ≈ f of the objective function f and
the quadratic models C̃DF of the derivative free constraints CDF .

∆ is the trust region radius: ρ = ∆ = ρbeg.

(2) Solve the problem for a precision on x: ρ

(a) (i) Minimize the model :
mind f̃(xopt + d)

s.t.




‖d‖ ≤ ∆,
CDB(xopt + d) ≤ 0

C̃DF (xopt + d) ≤ 0

(ii) If ‖dk‖ < 1
2ρ : → (2)(b) (necessary to ensure the validity of the model before doing

small steps).
(iii) Calculate f(xopt + dk), CDF (xopt + dk),

ϕ(xopt+dk) = f(xopt+dk)+
∑nDF

i=1 λiCDF(i)#(xopt+dk)
4 and update the trust region

radius ∆ from the predictivity of the quadratic models R =
ϕ(xopt)−ϕ(xopt+dk)
ϕ̃k(xopt)−ϕ̃k(xopt+dk) .

Update interpolation points : xopt = xopt + dk if ϕ(xopt + dk) < ϕ(xopt) and update
the models f̃ and C̃DF in order to interpolate the function f and the derivative free
constraints CDF in xopt + dk.

(iv) If R > 0.1→ (2)(a)(i)
Otherwise continue.

(b) Test the validity of the model f̃ and C̃DF . The model is considered valid if all the current
interpolation points xi, i = 1, ...,m are close to the optimal point xopt, i.e. if the Euclidean
distance ‖xi − xopt‖ < 2∆ for all xi, i = 1, ...,m.

(i) If the model is not valid :
Improve the quality of the model f̃ and C̃DF :
maxd∈Rn |lt(xopt + d)|
s.t.

{
‖d‖ ≤ ∆,
CDB(xopt + d) ≤ 0

Calculate f(xopt + dk) and CDF (xopt + dk), the worst point of the interpolation set is
replaced by a new point closer to the current minimum.
Assuming that the accuracy of the updated models f̃ and C̃DF has been improved →
(2)(a)(i).

(ii) If the model is valid : If ‖dk‖ > ρ→ (2)(a)(i)
Otherwise continue

(c) If ρ > ρend : reduction of ρ and ∆→ (2)(a) (zoom on x)
Otherwise end of the algorithm.
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gives similar performances than SQA method. With this application, we show the ability of SQA to
deal with large size problem with a large number of constraints. In the next section, SQA is applied to a
realistic reservoir application.

Figure 1: Objective function versus simulation number for optimization with SQA method for 249
interpolation points (2n+ 1).

Reservoir application: inversion of monitor seismic datasets

The PUNQ test case is a 3D synthetic reservoir model derived from real field data. It was already
used for comparative inversion studies in the European PUNQ project (Floris, 2001) and for validation
of constrained modeling and optimization scheme development methods (Roggero, 2001). The top
structure of the reservoir is presented in Figure 2.

Figure 2: Top structure of the reservoir.
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The reservoir is surrounded by an aquifer in the north and the west, and delimited by a fault in the south
and the east. A small gas cap is initially present. The geological model is composed of five independent
layers. The layers 1, 3, 4 and 5 are assumed to be of good quality, while the layer 2 is of poorer quality.

The initial model consists of a 19 × 28 × 5 grid, with a constant step of 180 m in the horizontal X
and Y directions. In order to illustrate the potential of the algorithm on large seismic data sets, we
decided to build a larger model. Therefore, our reference model consists of a 76 × 56 × 5 grid, with a
constant step of 45 m in the X direction and 90 m in the Y direction. Each geological unit is modeled
by one layer, with a Gaussian distribution of the porosities and a spherical variogram. The geostatistical
simulation parameters are listed in Table 1. The permeability on each layer is defined by a (logK − φ)
relationship, i.e. log(Kx) = Aφ + B with constant ratios Ky/Kx and Kz/Kx. The corresponding
reference parameters are given in Table 1.

Table 1: Corresponding reference of geostatistical simulation parameters.
φ mean φ variance A B Ky/Kx Kz/Kx

Layer 1 0.1722 0.0078 8.585 0.701 1 0.364
Layer 2 0.0802 0.0004 14.383 0.258 1 0.339
Layer 3 0.1677 0.0050 8.683 0.781 1 0.314
Layer 4 0.1615 0.0006 4.209 1.789 1 0.211
Layer 5 0.1892 0.0049 8.98 0.793 1 0.296

Then, the geostatistical simulations are upscaled to come back to the original 19×28×5 grid in order to
work with a faster fluid flow simulation in the reservoir. The synthetic production data are produced by a
numerical simulation using the ATHOS model over a eight-year period. The production results selected
as synthetic measurements are the gas oil ratio (GOR), the bottomhole pressure (BHP) and the water cut
value (WCUT) at the six producing wells (PRO-1, 4, 5, 11, 12 and 15). We give on the left of Figure 3
the reference production data for all wells.

Then, pressure and saturations maps simulated by the ATHOS model at times 0 days, 181 days (half a
year) and 2192 days (six years) are extracted and downscaled to the 76 × 56 × 5 grid. A petro-elastic
model (PEM) involving Gassmann and Hertz equations is defined with given bulk and dry modulus, bulk
densities and Hertz exponents. The combination of downscaled pressure and saturations maps with this
petroelastic model allows to compute synthetic P and S impedance maps at times 0, 181 and 2192 days.
These maps serve as a synthetic 4D seismic data set. An example of the reference impedance map on
layer 5 at time 0 and Delta impedance maps at times 181 and 2192 is depicted on the right of Figure 3.

For history matching, the parameters of the simulation model are constrained by both production and
seismic data. An optimal matching is sought by minimization of an objective function defined as follows:

f(x) =
1

2

6∑

i=1

np∑

j=1

(dsimPi (x, tj)− dobsPi (tj))
2 +

1

2

ngrid∑

k=1

(dsimS (x, k)− dobsS (k))2, (6)

where i = 1, ..., 6 is the well index, tj , j = 1, ..., np are the measurement times of production data and
k = 1, ..., ngrid denotes the cell indices. The geometric data, the geological structure, the fluid properties
and the geomechanical parameters of the PEM are presumed known. The inversion parameters are the
porosity means (one for each layer), the A and B coefficients for the permeabilities (two coefficients
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per layer) and the permeability ratios (two ratios per layer). These parameters are submitted to bound
constraints.

(a) WCUT
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(e) BHP
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Figure 3: PUNQ field: Reference production data (left), seismic data (P impedance map) for layer 5
(right).

The SQPAL BFGS method (Sinoquet and Delbos, 2008), the SQA method for differents number of in-
terpolation points (2n+ 1, n+ 6 and n+ 2) and the SQPAL Gauss Newton (GN) method are applied to
the minimization problem of the objective function (6) with respect to these 25 inversion parameters un-
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der bound constraints. Both BFGS and Gauss-Newton approaches belong to the class of Quasi-Newton
methods which solve sequentially a minimization problem based on a quadratic objective function with
the same gradient as the original objective function and an approximation of its Hessian matrix:

min
d

1

2
dT H̃d+ gTd. (7)

The BFGS formula provides an update of the approximation of the Hessian matrix at each iteration
depending on the gradients of the objective function and of the parameter values

H̃k+1 = H̃k +
γkγ

T
k

γTk δk
− Hkδkδ

T
kH

T
k

δTkH
T
k δk

, (8)

with δk = xk+1 − xk and γk = ∇xf(xk+1, λk+1) − ∇xf(xk, λk). For Gauss-Newton method, the
approximation of the Hessian matrix is computed from the Jacobian matrix J , first derivatives of the
calculated data (Jij = ∂di

∂xj
):

H̃ = JTJ. (9)

Figure 4: Objective function versus simulation numbers for five optimization runs, respectively with
SQA for differents number of interpolation points (solid lines, blue crosses), with BFGS method with
line search globalization (dashed line, red circles), and with GN method (dashed line, pink circles).

In both cases, the first derivatives of the objective function (BFGS) or of the calculated data (Gauss-
Newton) are computed by finite differences which requires at each iteration n + 1 simulations of the
forward operator. Moreover, Gauss-Newton approach needs the storage of the Jacobian matrix of size
n × ndata (ndata = np + ngrid is the total number of observed data). The storage of such a matrix
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becomes cumbersome for joint inversion of production data and seismic data because of the huge number
of measurements. In our application case, this storage is still possible for 128500 measurements but it
will be untractable for more complex problems with larger number of measurements. The SQA method
requires as the BFGS method only the storage of the gradient and of the Hessian matrix of size depending
only on the number of parameters.

The results obtained by the five methods are presented in Figure 4, where the evolution of the objective
function is depicted with respect to the number of fluid flow and petroelastic simulations. In all cases, we
can observe that the objective function decreases: the five different methods seem to converge to a local
minimum. As expected, we can also notice that SQA (version 2n+1 interpolation points) requires more
evaluations during the initialization phase than SQPAL (m = 2n + 1 compared to FD computations
which require n + 1) and others SQA (version n + 6 and n + 2). However, SQA achieves in all cases
a greater reduction of the objective function much faster than SQPAL BFGS. This is the key advantage
of SQA versus SQPAL BFGS: it allows to reduce the number of evaluations of the simulator, which
are very CPU time consuming. We can also observe that SQPAL GN achieves a fastest reduction of
the objective function than other methods through the use of information of the jacobian matrix. SQA
(version n+ 2) is the only method with performances closed to SQPAL GN.

The production data at well 12 obtained by the initial model and the SQA matched model are compared
to the reference data on the left of Figure 5. SQA provides a model which is much closer to the reference
production data than the initial model. The reference, initial, and optimal impedance map of layer 5 at
time 0 obtained with the SQA method is given on the right of Figure 5. We can observe that SQA
succeeds to give a good match also for seismic data.

SQA method is then able to solve this large size reservoir history matching problem (in terms of number
of measurements) without requiring to store the large size Jacobian matrix. It is quite encouraging for
future real applications involving complex datasets and computationnaly expensive simulators.

Conclusions

In this paper, we proposed a Derivative Free Optimization method based on Sequential Quadratic Ap-
proximations (SQA) of the objective function to solve the joint inversion of production and 4D seismic
data. As shown on a realistic application, this method allows to limit the number of evaluations of
the computationnaly expensive forward problem compared to classical optimization method coupled
with gradient approximated by finite differences as BFGS Quasi-Newton method. We compared also
SQA method with Gauss-Newton method : in that case, we obtained comparable results when using a
small number of interpolation points to build the quadratic model of the objective function (a quadratic
polynomial model built from n + 2 points). These results are very encouraging for applications with a
large number of measurements: for such cases, Gauss-Newton method is not applicable due to storage
requirement (the Jacobian matrix is too huge to be stored).

An other interesting feature of SQA method shown in the paper is its ability to deal efficiently with
nonlinear constraints (with or without given derivatives). SQA succeeded to solve a challenging opti-
mization benchmark with 68 black-box constraints (with unknown derivatives) and 124 parameters. A
study of a reservoir engineering application with nonlinear constraints is in progress and preliminary
results are presented in Metla et al. (2010). The aim of this work is to compute parameter uncertainty
estimations and confidence intervals of a forecast response based on solutions of history matching prob-
lems.

In order to take into account the nature of the objective function in history matching problem, namely
its least-square characteristic, we are currently working on adapting SQA method to construct several
models to form the objective function (basically, one model for each data misfit or for each type of
data misfit), following the idea proposed by Zhang et al. (2009). The objective is to obtain more ac-

ECMOR XII – 12th European Conference on the Mathematics of Oil Recovery
6 – 9 September 2010, Oxford, UK



curate models taking into account the characteristics of the objective function, and then obtain a faster
convergence.
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Figure 5: Comparison between reference production data (blue) and simulated production data for initial
point (red) and optimal point obtained with SQA (cyan) (left). P Impedance maps at time 0 obtained
with SQA (right).
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2. APPLICATIONS

2.1.1.2 problème de calage d’historique en prenant en compte le caractère

de moindres carrés de la fonction objectif

Nous avons tenté de résoudre le problème de calage historique, exposé précédemment, qui

est un problème de moindres carrés, à l’aide de l’implémentation SQA prenant en compte

cette particularité de la fonction (voir section 4.3 du chapitre 3) en construisant plusieurs

modèles pour former la fonction objectif.

Les données de production ont été groupées selon les trois propriétés considérées sui-

vantes :

◦ le ratio huile / gaz,

◦ la pression au fond du puits et

◦ le rapport entre eau produite sur huile produite,

ainsi que pour chacun des 6 puits. Ces données de production représentent donc 18 modèles

(3 propriétés, 6 puits) construits à partir de 42 mesures par modèle.

Les données sismiques sont les impédances P et S regroupées à trois pas de temps

différents (initial, après 181 jours et après 2 192 jours). Cela représente 6 modèles (2

propriétés, 3 pas de temps) construits à partir de 21 280 mesures par modèle.

Nous cherchons tout d’abord à résoudre le problème précédent uniquement pour caler

les données de production. Le nombre de données est alors uniquement de nls = 756 pour

ce problème simplifié. Nous construisons soit un modèle par paquet de données (nm = 18

modèles), soit un modèle pour chacune des données nm = nls = 756. La figure 4.20

représente la décroissance de la fonction objectif en fonction du nombre d’évaluations

de celle-ci obtenue par les méthodes SQPAL Gauss Newton, SQA n + 2 (classique, LS2

nm = 18 et nm = nls = 756) et SQA 2n+ 1 LS2 nm = 18.

Les résultats obtenus par SQA n+2 LS2 (nm = 18 et nm = nls) sont plus précis et plus

rapides que ceux obtenus par la méthode SQPAL Gauss Newton. De plus la convergence

est nettement plus rapide que celle obtenue par la méthode SQA n + 2 classique. Le

résultat obtenu par la méthode SQA LS2 2n+ 1 manque de précision, comparé à celui de

la méthode SQA n+ 2 classique.
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Figure 4.20 – Fonction objectif en fonction du nombre d’évaluations, avec SQA et SQA

Least Square pour deux nombres de points d’interpolation, puis avec SQPAL avec méthode

GN

Nous cherchons maintenant à résoudre le problème initial pour caler les données de

production et les données sismiques. Le nombre de modèles construits pour prendre en

compte les données est nm = 24 pour nls = 128 436 mesures, le nombre de données étant

maintenant trop élevé pour construire un modèle par données. Les résultats obtenus à

l’aide des méthodes SQPAL BFGS et SQPAL Gauss Newton, ainsi que pour les méthodes

SQA n+ 2 (classique, LS1 et LS2) et SQA 2n+ 1 (classique et LS2) sont représentés sur

la figure 4.21.

La méthode SQA LS1 n+ 2, comme sur les exemples de la section 4.3 du chapitre 3,

est à peu près équivalente à la méthode SQA n+ 2 classique. La méthode SQA LS2 n+ 2

qui était assez efficace sur les exemples du chapitre précédent ne fonctionne pas mieux que

le SQA n+ 2 classique sur ce cas. La méthode SQA LS2 2n+ 1 est à peu prêt équivalente

à la méthode SQA 2n + 1 classique, mais permet d’obtenir une légère accélération de la

convergence.

La prise en compte du caractère de moindres carrés par la méthode SQA sur cette

application n’est pas très efficace. Les résultats seraient plus intéressants si le nombre

de modèles construits nm = 24 pouvait être plus important par rapport au nombre de

données nls = 128 436.
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BFGS ou avec méthode GN

On pourrait envisager de grouper les données de façon plus adéquate en prenant

en compte la signification physique des données. L’idée serait de construire un modèle

par couche géologique (en utilisant l’information à priori issue de la géostatistique par

exemple). On construirait ici 30 modèles pour la sismique (2 propriétés, 3 pas de temps,

5 couches) pour un total de nm = 48 modèles avec les données de production.

Le caractère de moindres carrés de la fonction objectif a été pris en compte par la

méthode SQA, comme présenté dans la section 4.3 du chapitre 3. Les résultats obtenus

sur le cas avec sismique ne sont pas améliorés de manière significative, le nombre de

données étant trop important pour la méthode. En revanche, sur le cas sans sismique,

une amélioration très intéressante a été apportée par la prise en compte du caractère de

moindres carrés de la fonction objectif.

2.1.2 Calcul des scénarios extrêmes

Une méthodologie d’optimisation non linéaire permettant de prédire la production

future de pétrole d’un champ pétrolier ou gazier en exploitation et de donner un inter-

valle de confiance sur cette prédiction fait l’objet de l’article [118]. L’utilisation de telles

méthodes d’optimisation devrait augmenter la précision et donnera ainsi des prévisions de
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production plus fiables que les approches basées sur des modèles simplifiés du simulateur

(approximation linéaire ou surface de réponse).

Comme présenté dans la section précédente 2.1.1 de ce même chapitre, le problème

d’inversion consiste à minimiser la fonction objectif représentant l’erreur quadratique de

la réponse du modèle par rapport à la réponse mesurée en chaque puits. On définit ce

problème comme suit :

min
x∈Rn

HM(x) = ‖d(x)− dobs‖2
[T0,T1] (4.4)

sous des contraintes de bornes, où x = (x1, ..., xn) ∈ Rn sont les paramètres caractérisant

le réservoir, dobs et d(x) sont respectivement les données observées et simulées à partir du

temps initial T0 jusqu’au temps final T1 = THM (HM pour history matching ou calage

historique). Le problème (4.4) est un problème d’optimisation de moindres carrés non

linéaire sous contrainte de bornes. Le calcul de d(x) provient d’un simulateur d’écoulement

des fluides dans le réservoir (voir [61, 68] pour plus de détails), ce simulateur est coûteux

et les dérivées de ses réponses ne sont pas disponibles. La solution de ce problème est

notée dans ce paragraphe xHM .

Le problème de prévision est généralement résolu par une approche probabiliste. Des

techniques statistiques [60] permettent l’optimisation de la production cumulée de pétrole

et l’estimation des incertitudes associées. Par ailleurs, l’approche en deux étapes proposée

par Metla et al (voir [118]) est basée sur l’optimisation non linéaire :

◦ Tout d’abord, une fois le modèle de réservoir xHM solution de (4.4) obtenu, le

simulateur d’écoulement de fluide sera exécuté une fois supplémentaire pour ob-

tenir les réponses jusqu’au temps T2 futur (T2 > T1). Ainsi, on peut donner, une

première prévision de la production de pétrole cumulée à venir (voir figure 4.22).

Cette méthode correspond à la première phase du problème de prévision.

◦ Ensuite, le problème de prévision ne consiste pas seulement à trouver une valeur

de prédiction, mais également à estimer son incertitude. La solution xHM est seule-

ment une solution parmi d’autres qui approchent les données observées dobs. En

effet, d’autres paramètres réservoirs x̃, différents de xHM correspondant à des va-

leurs simulées approchant les données observées dobs avec la même précision que

HM(xHM) sur [T0, T1].

L’approche par optimisation du problème de prévision (proposée en premier dans [79])

équivaut à trouver des modèles de réservoir qui maximisent et minimisent la production

de pétrole jusqu’au temps T2 et qui, en même temps, s’approchent des données observées

sur [T0, T1] avec une précision suffisante. Cela revient à rechercher les bornes inférieures

et supérieures sur cette prédiction pour trouver l’intervalle de confiance de la prévision.

Les scénarios de prévision optimiste et pessimiste sont définis comme suit :

◦ Le scénario optimiste consiste à identifier les paramètres qui maximisent la fonction

de production prédite (jusqu’au temps T2) en approchant les données observées avec

une précision donnée.

◦ Le scénario pessimiste consiste à identifier les paramètres qui minimisent la fonc-

tion de production prédite en approchant les données observées avec une précision
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donnée.

Figure 4.22 – Etape 1 du problème de prévision : points rouge – données observées ;

ligne bleue – données simulées (de T0 à T2)

D’après les définitions précédentes, le problème de prévision est formulé comme le

problème d’optimisation suivant :

max
x

/min
x
p(x, T2), (4.5)

sous des contraintes de bornes sur x et la contrainte suivante :

HM(x) ≤ ε, (4.6)

où ε est l’erreur absolue sur la fonction coût de calage historique et HM est défini par

l’équation (4.4). L’équation (4.5) consiste à minimiser ou à maximiser la fonction objectif

représentant la production cumulée de pétrole totale p au temps T2. L’équation (4.6) est

une contrainte non linéaire de calage historique. Les scénarios de prédiction optimiste et

pessimiste pour une valeur donnée ε sont représentés sur la figure 4.23. Notons que si p

est pour cette problématique, la production cumulée de pétrole, il peut également être

défini par une autre fonction construite à partir des réponses du simulateur.

Les deux problèmes de calage historique (4.4) (voir la section précédente 2.1.1) et de

prévision (4.5-4.6) correspondent à des problèmes d’optimisation non linéaire sans dérivées

(les dérivées des réponses du simulateur ne sont pas disponibles). Le second problème de

prévision présente la difficulté supplémentaire d’être un problème d’optimisation sous une
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contrainte non linéaire dont les dérivées ne sont pas disponibles (contrainte sur le calage

historique).

Figure 4.23 – Etape 2 du problème de prévision : scénarios optimiste / pessimiste (lignes

vertes) estimant les bornes supérieures et inférieures de la prévision

Les résultats obtenus pour le problème de prévision par deux méthodes d’optimisation

sont présentés et comparés. Les deux méthodes testées sur ce problème sont : la méthode

SQA (voir chapitre 3) et une méthode classique de SQP utilisée avec une approximation

BFGS de la Hessienne du lagrangien (annexe B). Le SQP nécessite le calcul des dérivées

(par rapport à chacun des paramètres ∂
∂xi

) de la fonction objectif et des données simulées,

ces dérivées sont approchées par différences finies (méthode SQPAL, voir [118]).

Le cas PUNQ est un modèle réservoir 3D synthétique dérivé de données d’un champ

réel (cf. la partie 2.1 de ce chapitre et [118]). La structure supérieure du réservoir est

présentée dans la figure 2 de la section 2.1.1 de ce chapitre.

Les données disponibles sont : le cumul de production d’huile, le rapport gaz-huile et

la quantité d’eau au puits pour 6 puits producteurs observés pendant 10 ans. Pour ces

données synthétiques, 4 % de bruit relatif gaussien a été ajouté. Les paramètres inconnus

sont des paramètres géologiques (i.e. perméabilité) et des paramètres d’écoulement. Soit

7 paramètres et 228 données mesurées. L’objectif est de déterminer ces inconnues et de

prévoir la production d’huile cumulée de l’ensemble réservoir après 22 ans.

Les résultats de calage historique sont présentés sur la figure 4.24. La méthode Gauss-

Newton de l’optimiseur SQPAL nécessite 75 simulations pour converger. La solution

optimale xHM est atteinte après 59 simulations et la valeur de la fonction coût est
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f(xHM) = 2.679. L’important ici n’est pas la méthode utilisée mais plutôt de partir

du même point initial pour chaque méthode lors de la seconde étape de prévision. De

plus, le nombre de données du problème n’est pas important, ce qui permet l’utilisation

de la méthode Gauss-Newton (pas de problème de stockage de la matrice jacobienne).

La figure 4.24 montre l’adéquation entre les données mesurées et calculées de production

d’huile cumulée (dans la partie ”history matching”).

Figure 4.24 – Production cumulée d’huile : les points bleus représentent les données

observées pendant 10 ans, la ligne pointillée noire représente la prévision de production

calculée à partir de la solution du calage historique, les autres lignes montrent max /min

de la prévision de production pour différentes valeurs de ε = 5, 10, 20, 30 (précision du

calage historique)

La prévision de production cumulée d’huile et ses bornes supérieures et inférieures

par rapport à différents ε = {5, 10, 20, 30} peuvent être observées sur la figure 4.24. Des

résultats identiques sont présentés sur la figure 4.25, l’axe des ordonnées représentant

cette fois l’erreur de prévision (calcul de la différence de courbure avec la courbe de

prévision de l’étape de calage historique). Sur ces deux figures, on peut observer que

plus ε est grand, plus les bornes sur la prévision de la production cumulée d’huile sont

éloignées. Ce comportement est logique car lorsque ε augmente, la taille de l’ensemble des

modèles admissibles pour les contraintes linéaires (4.6) augmente également. Et minimiser

ou maximiser sur un plus large ensemble peut seulement mener à augmenter (ou égaler)

les valeurs maximales et à réduire (ou égaler) les valeurs minimales. Pour ε = 30, l’erreur

sur la prévision de production cumulée d’huile après 22 ans de production appartient à
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l’intervalle [−0, 2; 0.1] en millions de m3. On observe que la distribution a posteriori de la

production pétrolière cumulée n’est pas symétrique (due à la non linéarité des problèmes

d’inversion et de prévision). Les scénarios extrêmes obtenus avec la contrainte non linéaire

de calage historique (ε = ∞) sont affichés sur la figure 4.26. Dans ce cas, l’intervalle de

confiance devient presque deux fois plus grand que celui obtenu avec ε = 30 (de 0.3 à 0.6

millions de m3). Cela signifie que la définition du seuil de la contrainte non linéaire joue

un rôle crucial dans la phase de prédiction.

Figure 4.25 – Erreur relative sur la prévision de production cumulée d’huile

Des résultats équivalents ont été obtenus par les deux méthodes d’optimisation : la

méthode SQA ainsi que la méthode classique SQP avec approximation des gradients

par différences finies (avec une technique de globalisation par recherche linéaire) utilisée

avec une approximation BFGS de la Hessienne du lagrangien. Dans les deux tableaux

4.2-4.3, les deux méthodes recommandées pour résoudre le problème de prévision (4.5-

4.6) sont comparées. La première colonne des tableaux donne les valeurs de ε choisies.

Les seconde et troisième colonnes présentent le nombre de simulations nécessaire pour

converger respectivement pour SQPAL et SQA. Les deux colonnes suivantes donnent les

valeurs de la fonction objectif, i.e. la production cumulée d’huile finale au temps T2 pour

les deux solveurs. Finalement, dans la dernière colonne, nous calculons la distance relative

entre les modèles de réservoir obtenus par SQPAL et SQA (cela consiste à calculer la norme

l2 de la différence entre les deux modèles de réservoir divisée par la norme l2 de xHM). On

peut remarquer que les résultats obtenus par les deux optimiseurs sont similaires aussi bien

en termes de valeur de fonction objectif qu’en termes de distance relative entre les modèles
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de réservoir obtenus par les deux solveurs. On peut remarquer que SQA est capable de

résoudre ce problème 1.5 fois plus rapidement que SQPAL (le temps CPU nécessaire pour

obtenir une solution du problème de prévision est proportionnel au nombre de simulations

nécessaire à la convergence).

Figure 4.26 – Cette figure est similaire à la figure 4.25 excepté pour les lignes pointillées

marron qui correspondent à la prévision de la production sans contrainte d’inégalité non

linéaire max /min

Table 4.2 – SQPAL vs. SQA sur le problème de maximisation (4.5)–(4.6)

# Simulations Valeurs Fonc. Obj.

de la prévision

Cas d’étude SQPAL SQA SQPAL SQA
‖xSQPAL−xSQA‖

2

‖xHM‖2

“max, ε = 5” 126 51 4.22009 4.22255 0.009232

“max, ε = 10” 100 72 4.25268 4.25299 0.014125

“max, ε = 20” 102 74 4.26783 4.27149 0.01854

“max, ε = 30” 120 86 4.27568 4.2748 0.029325

“max, ε = +∞” 81 78 4.39805 4.45779 0.228918
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Table 4.3 – SQPAL vs. SQA sur le problème de minimisation (4.5)–(4.6)

# Simulations Valeurs Fonc. Obj.

de la prévision

Cas d’étude SQPAL SQA SQPAL SQA
‖xSQPAL−xSQA‖

2

‖xHM‖2

“min, ε = 5” 81 65 4.09791 4.09856 0.020384

“min, ε = 10” 94 77 4.04742 4.04545 0.026749

“min, ε = 20” 149 65 3.9944 3.99438 0.033698

“min, ε = 30” 65 70 3.95969 3.9663 0.011092

“min, ε = +∞” 162 63 3.7925 3.78991 0.066514

L’approche proposée pour l’évaluation des incertitudes sur la prédiction du cumul

de production d’huile est une méthodologie innovante. Nous soulignons que bien que le

problème de calage historique est une minimisation de fonction de moindres carrés sous

contraintes de bornes, le problème de prévision est plus complexe. Ce n’est plus un simple

problème de moindres carrés, et une contrainte d’inégalité non linéaire pour laquelle les

dérivées ne sont pas disponibles est introduite. La méthode SQA a donné des résultats

prometteurs sur ce problème réservoir 3D présenté : les résultats obtenus sont similaires

à ceux obtenus avec SQPAL. Toutefois, SQA est 1.5 fois plus rapide que SQPAL.

Il pourrait être intéressant de comparer ces résultats à ceux obtenus par une approche

probabiliste utilisée habituellement par les ingénieurs de réservoir.

2.2 Application en calibration des moteurs

Nous présentons dans cette section les résultats en calibration moteur d’un modèle

physique couplé à un modèle statistique. Le contenu de cette section est basé sur l’article

[67]. Une autre étude en calibration des moteurs est présentée dans le chapitre 7 avec

l’application de méthode d’optimisation en multi-objectifs.
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Abstract  
 
Nowadays, automotive manufacturers have to deal with strong constraints: lowest 
fuel consumption, emission-control legislation and driver requests for driveability and 
performance. For this purpose, the classical engine has evolved towards a very 
complex system combining many hi-tech components with advanced control strate-
gies. It leads to an increasingly complexity of the underlying optimization issue.  
The classical method to perform this optimization is to use statistical response sur-
face models obtained from optimally designed experiments at test bench in steady-
state conditions. In this approach, the transient effects observed during the driving 
cycle are not taken into account.  
A promising idea to include these transient effects in the optimization process is to 
couple physical modelling of the engine (to get the conditions in the combustion 
chamber before each combustion event) with statistical models (to obtain engine-out 
emissions after this combustion event). Powertrain system simulation is shown to 
provide a helpful tool to reach this objective thanks to a good compromise between 
accuracy and low CPU time. 
A dedicated parameterization of the engine maps and a Derivative Free Optimization 
method is then used to minimize the cumulative fuel consumption and pollutant 
emissions, under combustion noise constraints, on a driving cycle.  
An application on a real dataset obtained at automated test-bench for a diesel en-
gine is presented. 
 
 
1. Introduction 
 
Future regulations enforcement concerning emissions, customers requirements and 
economic competition lead to higher constraints on internal combustion engines de-
velopment.  
It paves the way for increasing complexity in terms of design and control. Diesel en-
gines, with many sophisticated devices for air loop as well as for injection system, 
have now potentially thousands of control parameters to be calibrated. Fast and reli-
able tuning of these parameters are key issues for engine manufacturers. 
The first stage of the calibration process consists in basic engine maps tuning for 
steady-state conditions. The conventional method for engine map optimization is 
based on statistical engine models depending on control parameters obtained from 
optimally designed experiments at test bench in steady-state conditions. The cumu-
lative emissions on the driving cycle computed with these models are optimized (�[1], 
�[2]). In this approach, one assumes a quasi static engine behaviour on engine speed 



 

 

and load trajectory, indeed the transient effects during the driving cycle are not taken 
into account.  
 
Engine physical model coupled with statistical and control models is a promising so-
lution to deal with the transient effects optimisation. Eventually the real air and fuel 
trajectories during the driving cycle could be used as inputs to optimise the control 
parameters to fulfil noise and emissions targets. Powertrain system simulation, with 
phenomenological 0D combustion and air loop models, appears as a good compro-
mise between accuracy and low CPU time for engine physical modelling. One of the 
main challenges concerns the coupling process in order to limit CPU time and loss of 
accuracy. 
Usual optimisation algorithms require derivatives of optimised functions which are not 
available for such models. Moreover, the large size of the optimization problem 
(number of parameters for engine map description) prevents from approximating 
these derivatives by perturbation techniques (finite differences). Hence a derivative 
free optimization method whose efficiency has been highlighted in several applica-
tion areas (�[3]), is proposed to tackle this topic. 
Thus this paper focuses on the calibration process (design of experiments, statistical 
modelling of engine responses), engine physical models, to couple those models and 
to design of adequate optimization tools . 
 
 
2. Experimental data and statistical modelling 
 
2.1. Description of the test case 
 
The engine used during this study is a 1.6 litre four-cylinder Diesel engine (DV6 
ATED 4 from PSA Peugeot-Citroën). This engine has a maximum power output of 66 
kW. The bore and the stroke of this engine are respectively of 75 mm and 88.3 mm. 
The compression ratio is 18:1. It is a turbocharged engine with a high pressure 
cooled exhaust gas recycling circuit. It has a second generation injection system us-
ing Bosch CRI 2.2 injectors with injection pressure as high as 1600 bar. The exhaust 
line has a conventional Euro4 Diesel oxidation catalyst (DOC) and is not equipped 
with a Diesel particulate filter (DPF).  
 
Moreover, this study is part of a project concerning the use of biofuels to deal with 
the issues of energy diversification and greenhouse gas emissions. Therefore an 
Ethanol based Diesel fuel was chosen; the fuel formulation is deeply described in the 
reference �[4]. The vehicle and the powertrain were not modified to use this blend but 
the engine calibration was updated as explained in previous publications �[4], �[5]. 
 
The most significant point concerning the facilities is the use of a dynamic test bench 
driven by Morphée� for the reproduction of normalised European driving cycle 
(NEDC). Such equipment and procedure have been detailed in a previous paper �[4]. 
The test cell provides all the equipment required for transient tests (fuel consump-
tion, opacimeter for smoke measurement) and the design of the fluid circuits has 
been optimised to ensure good vehicle behaviour reproduction. 
 
 



 

 

2.2. Experimental data 
 
Different approaches to tune engine maps are proposed to deal with the high num-
ber of parameters to optimise and to reduce this time-consuming task during the de-
velopment process. These methods (local, mixed and global) based on mathematical 
models and Design of Experiments (DoE) were compared in previous publication �[6]. 
Global modelling approach for calibration, considering load and speed as parame-
ters, reduces time spent for whole calibration workflow because an unique DoE is 
necessary to model engine responses for entire domain (or several DoE if this do-
main is divided in several zones with common parameters) �[7]. In fact the global 
method considers the trace of the driving cycle (load and speed) as inputs of the 
models of the engine responses. Figure 1 shows the operating area chosen for the 
calibration in the speed/load area. 
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Figure 1: Engine speed and load area for global method 
 
The next stage consists in defining the operating space of each engine control pa-
rameter. Concerning injection parameters, previous experiences �[7] show that fixed 
boundaries or simple linear limits compared to the original maps could be a suitable 
answer to ensure a sufficient potential of optimization. 
The main issue involves the air loops limits. It is required to have a wide enough op-
erating space close to the physical domain (to ensure a high potential of optimiza-
tion) and to make it easy to model. Four air limit parameters should be defined: two 
for the boost pressure (maximum and minimum limits) as well as two for the air mass 
flow. Three limits are physical ones and could be straightforwardly obtained. To de-
termine the last one (minimum air mass flow), different criteria could be chosen (air 
fuel ratio, stability, etc.). Then each limit should be modelled, in this case with low 
degree polynomial. The accuracy of the model is illustrated in Figure 2 for the mini-
mum air flow limit by comparing experiences used for the modelling (blue crosses) 
and the validation points (red circles). The coefficient of determination R² as well as 
the root mean squared error (RMSE) show the good estimation obtained with the 
model. 
 



 

 

 
Figure 2: Comparison of estimated and measured minimum air mass flow limit. Blue 
crosses correspond to experimental data used for modelling whereas red circles are 

validation points. 
 
Some of the main challenges when using the global modelling approach concern 
complex constraints for description of parameter variation domain (e.g. non-linear) 
and increased number of parameters to manage. Thus dedicated statistical tool and 
method should be used to take into account these issues. This process was de-
scribed in previous reference �[5]. After defining the speed and load boundaries as 
explained previously, the values of these parameters are fixed; this permits to deter-
mine acceptable values for injection parameters and then air loop limits depending 
on other parameters could be given. The most valuable experience is determined by 
using a Maximin criterion (maximization of minimal distance between experimental 
points). Finally, the global DoE includes also the corners of the operating space, 
some mono parametric variations and a space filling. 
 
2.3. Global modelling of the engine responses 
 
Modelling the complex engine response surfaces requires to use advanced statistical 
models instead of standard polynomial models. In this case the choice of kriging for 
modelling was the most relevant since it is flexible and takes into account the ex-
perimental repeatability and the spatial dependency providing therefore consistent 
values for close operating points. A total of 1200 experiences, added to 100 points 
for repeatability and 200 points for validation of the models, were performed.  
The engine responses that are modelled are : HC, NOx, CO, CO2 and PM emissions 
(g/h), combustion noise (dB) and fuel consumption (kg/h). The statistical criteria are 
satisfying for all models except HC and PM emissions. Concerning PM emissions, 
the oxygenated fuel used for these tests implies near-zero soot emissions and there 
is a lack of accuracy of the measurement device for these levels. Concerning HC 
emissions the bad repeatability is the main explanation of the poor quality of the 
model. Some examples of validation of the estimated value from the model are given 
in Figure 3 and in Figure 4. First NOx emissions model is validated with experimental 
specific tests. CO2 emissions estimation during monoparametric variations are repre-

RMSE = 11 mg/cp 
R² = 0.989 



 

 

sentative of test bench results in Figure 4. In fact, for the different emissions, the 
models show good trends and consistent estimated levels. 
 

       
Figure 3: NOx emissions model validation. Blue crosses correspond to experimental 

data used for modelling whereas red circles are validation points. 
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Figure 4: Comparison of estimated and measured CO2 emissions on an engine 

speed variation 
 
 
3. Coupling physical engine simulator with statistical models 
 
IFPEN is strongly involved in powertrain modelling and simulation to support techno-
logical development. It develops specific libraries (IFP-Engine, IFP-Drive and IFP-
Exhaust) in the LMS.IMAGINE.Lab AMESim environment which includes a large set 
of commercial libraries used for various applications, in particular for control strategy 
development, validation and pre-calibration as it is presented in �[8]. 



 

 

 
The purpose of this section is the coupling of a physical engine simulator with statis-
tical models and control algorithm model in order to have both well representative 
transient effects and accurate pollutants model. The complete engine simulator is 
based on the LMS.IMAGINE.Lab AMESim platform with in particular the use of the 
IFP-Engine library. Its description and validation are given in the following sections. 
 
3.1. Complete engine simulator creation and validation in steady state 
 

1. Combustion model 
 
IFP-Barba phenomenological combustion model 
 
In this study, a combustion model based on the Barba approach �[9]�[10]�[11] is chosen 
to compute the combustion heat release rate. In this approach, the combustion proc-
ess is divided into two parts. In a first step, the fuel is burnt using a pre-mixed model 
with the hypothesis of flame propagation in the pre-mixed zone. When the pre-mixed 
zone is burnt, the remaining fuel is oxidized using a mixing controlled combustion 
model. 
Using a simple example with a pilot and a main injection, different steps can be iso-
lated during the combustion. At the beginning of the pilot injection, the combustion 
model is initialised and the different variables are computed. During injection, the 
auto-ignition delay is computed and the injected fuel is introduced in the premixed 
zone. 
The auto-ignition delay is defined at the beginning of the injection and is computed 
using a simple Arrhenius law. When the auto-ignition delay is reached at the end of 
the phase, the pre-mixed combustion starts. In a first step, the ascendant part of the 
combustion heat release rate (burning mode 1) is generated by the flame propaga-
tion in a turbulent field. Then, because of the multiplication of the auto-ignition sites, 
the hypothesis of the propagation of a single flame in the pre-mixed zone is no 
longer valid and the flame interactions must be modelled (burning mode 2), leading 
to a reduction of the total flame surface. 
When the main injection starts, the model creates a new pre-mixed zone for the main 
injection and computes the auto-ignition delay. The definition of the pre-mixed zone 
is similar to that of the pilot injection. 
As for the first injection, the auto-ignition delay of the main injection is computed from 
the beginning of the injection, leading to the beginning of the combustion. The auto-
ignition model is the same as for the pilot injection, but thanks to a higher pressure 
and temperature, the auto-ignition delay is smaller and reached before the end of the 
injection. 
As the auto-ignition delay is reached before the end of the injection, the fraction of 
fuel available in the premixed zone is lower than for the pilot injection. The combus-
tion process is the same as for the first injection. 
In parallel to the pre-mixed combustion mode, the remaining injected fuel starts to 
burn progressively with a mixing controlled combustion model. In this burning mode, 
the combustion is piloted by the mixture speed between the injected fuel and the sur-
rounding air. Generally, the mass of fuel burnt in this mode is defined with a simple 
equation depending on the turbulent kinetic energy. In order to enlarge the range of 
applications of this combustion model, there is the possibility to compute more injec-
tions and combustions. 



 

 

 
Combustion model set up 
 
A single cylinder simulator with closed valves is used to calibrate the combustion 
chamber. The calibration is made between Intake Valves Closure (IVC) to Exhaust 
Valve Opening (EVO). The initial in-cylinder thermodynamic conditions are defined 
using the experimental results for the steady state points. The advantage of this ap-
proach is to lower the error generated by the air path on the in-cylinder conditions at 
the IVC. 
 
Concerning the thermal transfers, a Woschni model is used �[12]. In order to fit cor-
rectly the combustion, the wall temperatures are functions of the BMEP with the fol-
lowing law : 
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To set up correctly this combustion model, 9 points are chosen among the 218 avail-
able in the engine map (cf. Figure 5 – red surrounded crosses). The calibration proc-
ess consists in fitting the simulated cylinder pressure on the experimental one for 
each operating condition. Then a validation on the whole operating points is done. 
Only one set of parameters is used for all the engine map. 
 

 
Figure 5: Engine map. 9 points (red circles) are chosen among the 218 available to 

calibrate the combustion model 

 
The cylinder pressure curves shown in this paper (cf. Figure 6) are three out of the 
nine points used for the calibration of the combustion model (cf. Figure 5 – red sur-
rounded crosses) . The four experimental cylinder pressures are in blue and the 
mean of the four is in dashed black. The simulated cylinder pressure is in red. In this 
paper, all the comparisons are made between the mean experimental cylinder pres-
sure and the simulated one. 
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Figure 6 : Cylinder pressure – 2500 RPM – BMEP = 1, 10 and 16.9 bar.  
The four experimental cylinder pressures are in blue and the mean of the four is in 

dashed black. The simulated cylinder pressure is in red. 
 
In order to define the combustion model accuracy, five criteria are chosen : 

- IMEP : +/- 1 bar 
- Max pressure : +/- 4 bar 
- Max pressure angle : +/- 2 CA 
- ISFC : +/- 5 % 
- Noise : +/- 2 dB 

 

 
Figure 7 : Percentage of points matching the criteria to check combustion model ac-

curacy 
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The cylinder pressures of the model are visually closed to the cylinder pressures of 
the bench. Moreover as described in the Figure 7 the percentage of points matching 
the criteria are high. It must be reminded that these results are obtained with only 
one set of parameters for the whole engine map. 
 

2. Steady state engine model 
 
Figure 8 presents the complete engine simulator. The whole air path with the turbo-
charger, the charge air cooler, the exhaust line and the EGR loop is modelled. After 
its tuning the combustion model is embedded in this complete engine simulator. 
 

 
Figure 8 : Four-cylinder simulator in AMESim environment 

 

In order to validate the behaviour of the complete engine simulator, it is coupled with 
a simple control implemented in Matlab Simulink. Two PID controllers regulate the 
engine : one for the intake manifold pressure with the control of the VNT position and 
one for the air mass flow rate with the control of the EGR valve position. 
 
In order to appreciate the quality of the results, some criteria are defined : 

- Intake manifold pressure (P2S) : +/- 0.05 bar 
- Intake manifold temperature (T2S) : +/- 10 K 
- Exhaust manifold pressure (P3) : +/- 0.2 bar 
- Exhaust manifold temperature (T3) : +/- 30 K 
- Air mass flow rate : +/- 3.5 % 
- IMEP: +/- 1 bar 

 



 

 

The Figure 9 presents results obtained with the engine simulator on the 218 meas-
urement points. The presented results are air mass flow rate, EGR mass flow rate, 
turbo speed and IMEP. On left figures, blue crosses represent experimental data and 
red squares model results for each operating point. On right figures, model results 
function of experimental data are plotted. Red lines represent criteria to respect. 
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Figure 9: Steady state engine simulator results. Left figures : blue crosses represent 
experimental data and red squares modelled data results for each operating point. 

Right figures : red lines represent criteria to respect. 
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model accuracy 
 
Figure 10 gives the percentage of the points which respect the criteria on IMEP, air 
mass flow rate and intake and exhaust manifold temperatures and pressures. Ac-
cording to these criteria, results are consistent with test bench data and the complete 
engine simulator can be considered as set up. 
 
3.2. Coupling with statistical models : presentation and validation on NEDC 

cycle 
 
Figure 11 presents a way to estimate pollutant emissions during a transient thanks to 
a coupling between the AMESim simulator described in previously section, the en-
gine control and the statistical models described in section 2.3. Inputs of these statis-
tical models are air mass flow rate, intake manifold pressure, start of main injection, 
rail pressure, injected mass in the pilot injection, gap between pilot and main injec-
tion, BMEP and engine speed. The coupling is made with Matlab Simulink. 
 



 

 

In this study, the real control software was not available. So, a basic open-loop con-
trol based on maps is used. Thus maps function of engine speed and total injected 
mass are used for the pilot and main start of injection, injected mass for the pilot in-
jection, rail pressure, VNT and EGR valve positions. 
 
A NEDC cycle was performed on this platform. As the optimization described in the 
next section is run on the EUDC part, only the results concerning EUDC are shown. 
Figure 12 presents comparison between virtual engine (in red line) and experimental 
data (in blue dashed line) for intake and exhaust manifold pressures (P2S and P3), 
air mass flow rate (Air_mfr), fuel air equivalence ratio (FAR_sonde), turbo speed 
(TurboSpeed), BMEP and CO2, CO, NOx and HC mass flow rates (CO2GH, COGH, 
NOxGH and HCGH). A comparison on cumulative emissions (NOx, CO2, CO and 
HC) is also presented in Table 1. 
 

 
 

Figure 11 : Description of the coupling between engine Control, engine AMESim 
model and emission statistical models 
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Figure 12 : Comparison between model (red line) and experimental (blue dashed 

line) data on EUDC 

 
EUDC cycle NOx emissions CO2 emissions CO emissions HC emissions 
Bench 100 % 100 % 100 % 100 % 
Virtual engine 100 % 99 % 107 % 110 % 

Table 1 Comparison of the cumulative emissions between model and experimental 
data on EUDC 

 
Keeping in mind that engine control is different for experimental tests and simulation, 
one can conclude that the behaviour of the engine during the EUDC is well repro-
duced. 
 
This virtual engine is sufficiently predictive to be used for an optimization process. 



 

 

 
4. Engine map optimization with coupled models 
 
4.1. Principle of engine map optimization 
 
The engine map optimization consists in directly optimizing the cumulative pollutant 
emissions over the cycle via distortions of the engine maps instead of optimizing in-
dividually some selected operating points and building afterwards the engine maps 
by a smoothing step (�[6], �[13]).  
Consequently, the objectives to be minimized (or constrained) are the engine re-
sponses cumulated on the considered driving cycle. The engine responses can be 
modelled by a global statistical model (as described in section 2) or by a physical 
simulator that models transient behaviour of the engine (as described in section 3). 
 
The map optimization problem is formulated as 
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where : 
o (r(t); c(t)) indicate the trace of the considered driving cycle within the engine 

speed-load domain,  
o Fi is the global model of the engine response i depending on the engine control 

parameters but also on the speed and load,  
o mPi are the 2D engine maps of the control parameters in the engine (speed, load) 

operating domain. 
 
Additional smoothing constraints such as global smoothing constraints (to preserve 
the regularity of the original maps), robustness constraints (to take into account pa-
rameter dispersions) and local constraints (for example limits on the gradients of the 
maps, or limits on engine noise response) are also introduced. 
 
This formulation requires an adapted parameterisation of the engine maps, mPi(r,c), 
in order to limit the total number of unknowns in the optimization process. For this 
application, an adapted discretization of the engine speed/engine load domain with a 
bilinear approximation in cells is implemented (see Figure 13): 

rccrcrm iP
3210),( αααα +++= within a given cell with 3210 ,,, αααα determined from 

the 4 cell corners. Other map representations based on LoLiMoT (Local Linear 
Model Tree) are proposed in �[13]. 
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Figure 13 : Map discretization (for bilinear parameterization) in the engine (speed, 

load) operating domain and EUDC cycle trace. 
 
4.2. Derivative Free Optimization (DFO) 
 
Problem (2) is a nonlinear constrained optimization problem which requires dedi-
cated optimization methods to be solved. For engine responses modelled by statisti-
cal models, a classical SQP (Sequential Quadratic Programming) method is applied: 
first derivatives of objective function and constraints are available. 
When the physical model described in section 3 is used, a Derivative Free Optimiza-
tion method is implemented. In this case, no derivative of modelled engine re-
sponses is available and moreover simulations require a high computational effort (a 
couple of hours of calculation for one simulation). 
Therefore, a dedicated optimization method is proposed, the SQA method (Sequen-
tial Quadratic Approximation), already applied successfully on several industrial ap-
plications �[3]. 
This method is an extension of the DFO method proposed by Powell in �[14] to nonlin-
ear constrained problems: in order to save simulations, quadratic interpolating mod-
els are used as surrogate of the simulator responses. These quadratic models are 
minimized and updated thanks to additional simulations performed along the optimi-
zation process iterations. The main steps of the SQA algorithm are described in 
Table 2. 
 



 

 

SQA Algorithm 
Step 0. INITIALIZATION A quadratic model (QM) of each opti-

mized engine response is constructed in a neighbourhood of 
the initial guess, namely the trust region. They interpo-
late m points (n+2 ≤ m ≤ (n+1)(n+2)/2 with n the number of 
parameters), obtained by evaluation of the engine simula-
tor. 

Step 1. MINIMIZATION At each iteration, we substitute in prob-
lem (2) engine responses with their associated QM and solve 
it within the trust region (TR). 

Step 2. EVALUATION and UPDATE of TR We evaluate the engine re-
sponses at the solution of previous problem and update QM 
with this new point. The size of TR is also updated accord-
ing to the predictivity of QM at this point :  

i. if predictions by QM are very closed to simulation 
results, TR is enlarged. Go to step 1. 

ii. if only the trend is correct, TR is not modified. Go 
to step 1. 

iii. else reduce TR and go to 3. 
Step 3. IMPROVEMENT OF QM Choose and simulate a new point 

(evaluation of engine responses) in order to improve the 
accuracy of QM, update QM and go to 1. 

 

Table 2 Main steps of SQA algorithm: a DFO (Derivative Free Optimization) method 
for nonlinear constrained optimization. 

 
 
5. Application on EUDC driving cycle 
 
First, a quasi-static optimization (QSO) is applied. It is based on cumulative engine 
responses on the EUDC cycle (1 Hz discretization) modelled by global statistical 
models presented in section �2.3 (conventional optimization method is used, deriva-
tives of objective and constraint functions being available for surface response mod-
els).  
Four engine maps controlling injection are optimized: main injection timing, fuel injec-
tion pressure, pilot fuel injection quantity, pilot injection timing whereas mass air flow 
and boost pressure maps remain fixed to initial values. Bilinear modelling of maps 
allows to limit the number of map parameters to be optimized:  80 parameters. 
The minimized objective is the cumulative NOx emissions along the cycle, CO2 
emissions are constrained to remain smaller or equal to the initial value, whereas an 
increase of 50% for HC and CO emissions is allowed.  
The optimization process is then applied but this time with physical AMESim model 
coupled with pollutant statistical models described in section �3.2 with DFO optimiza-
tion method presented in Table 2. In order to save simulation computational time, the 
smallest number of interpolation points for a quadratic model: m=n+2 is chosen for 
this application. This incomplete quadratic model is completed during optimization 
process with a constraint on model variations along iterations. Additional terms of the 
model are then determined. Therefore, as displayed in Figure 14, the initialization 
phase costs 82 simulations used to build the initial quadratic model. After this phase, 
the optimization work starts with a rapid decreasing of NOx emissions. 



 

 

 
Results are presented in Table 3 and compared to results obtained with quasi-static 
optimization. The optimization coupled with the physical AMESim model, compared 
to the quasi-static optimization, enables to drop off the NOx emissions with a slight 
increase of HC and CO emissions. But they are still largely under the defined thresh-
olds and even under initial maps results. CO2 emissions remain close to the initial 
value.  
Figure 15 compares engine emission traces on EUDC cycle for initial engine maps, 
QSO maps and maps obtained by optimization with coupled physical models. On 70-
100km/h acceleration of EUDC cycle, one notices the gain of optimization consider-
ing transient effects compared to quasi-static optimization for NOx reduction. Never-
theless, globally, the NOx reduction is low due to the smoothness of EUDC cycle. 
Larger gains are expected on more realistic cycles. 
 
The physical AMESim model allows to take into account the transient effects of the 
air loop. It is then possible to take care of boost pressure lag for example to optimize 
the maps and not only to work on steady-state conditions. 
 

 
Figure 14 : Objective function decreasing and constraint satisfactions along SQA 
iterations (Derivative Free Optimization method). Dotted lines indicate upper con-

straint thresholds. The 82 first simulations belong to the SQA initialization phase (see 
algorithm in Table 2) to build the initial quadratic model. 

 
 
 
 
 
 
 
 



 

 

Physical coupled 
models 

NOx emissions CO2 emissions CO emissions HC emissions 

Threshold Minimized 100 % 150 % 150 % 
Initial maps 100 % 100 % 100 % 100 % 
QSO Maps 83.5 % 100 % 84.8 % 82.2 % 
Optimized maps 78.0 % 100 % 99.9 % 89.7 % 

Table 3 Map optimization results with physical AMESim models coupled  
with statistical models 

 

 
Figure 15 : Pollutant emissions (physical AMESim models coupled with statistical 
models) along EUDC cycle (1Hz discretization) for initial, Quasi-Static optimized 
maps, optimized maps (with physical models). (Bottom) Zoom on the 70-100km/h 
acceleration of EUDC cycle. 

 
 



 

 

6. Conclusions and outlook 
 
Finally an innovative method has been presented to deal with transient effects on 
engine map calibration process on a Diesel engine, while performing only tests in 
steady-state conditions. It completes or replaces the standard quasi-static approach.  
The main features of the method consist in the different stages listed below: 

- Obtain statistical models taking into account engine speed and load as pa-
rameters by applying advanced methodologies for domain definition, design 
of experiments and engine response modelling; 

- Tune phenomenological 0D combustion and air loop models on a limited 
data set, then validate on the engine operating domain; 

- Couple of statistical and physical engine models and engine control model 
to manage the effects of transient operations (especially regarding air loop 
parameters) on emissions; 

- Adapt the formulation of the map optimization and design a derivative-free 
optimization algorithm to optimize engine responses on a driving cycle. 

This methodology has been successfully applied to minimize NOx cumulative emis-
sions on a EUDC cycle of a 1.6 litre engine with biofuel while maintaining initial CO2 
emissions. Nevertheless the results show that the potential of emission reduction 
remains low on EUDC cycle, because of the smoothness of such a cycle. Transient 
operations should become a key issue in engine calibration process since driving 
cycle might change from the NEDC to the World Light Duty Procedure (WLTP). 
This method could also be helpful to optimize the engine control transient corrections 
(for example correction of injection parameters to compensate turbo lag).  
One of key issues for system simulation emergence concerning optimization on driv-
ing cycles is to have both reduced CPU time and accurate models. Therefore multi-
model multi-core simulation platforms (�[15]) which allow to reach real-time computa-
tion for a virtual engine in keeping the same model accuracy will be investigated in 
further work. 
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4. Résultats

3 Conclusions sur les résultats numériques obtenus

avec la méthode SQA

L’utilisation de la méthode SQA permet d’obtenir de très bons résultats sur le bench-

mark d’optimisation sous contraintes. Celle-ci est particulièrement économique par rap-

port aux autres méthodes d’optimisation sans dérivées considérées sur des fonctions lisses,

bruités et non-différentiables. Sur les cas sous contraintes linéaires et non linéaires du

benchmark CUTEr, la méthode SQA est également capable de résoudre les problèmes

sous contraintes de manière plus avantageuse que les autres méthodes d’optimisation

sans dérivées considérées. De plus, notre méthode est capable de traiter efficacement les

contraintes pour lesquelles les dérivées ne sont pas connues à l’aide de modèles de celles-ci

et d’une fonction de pénalisation à poids constants permettant d’évaluer la solution op-

timale du problème. Notre méthode a permis de résoudre un benchmark complexe de ce

type soumis à 68 contraintes sans dérivées et avec 125 paramètres.

Notre méthode s’est également avérée très efficace pour traiter deux applications in-

dustrielles en ingénierie de réservoir, et en calibration des moteurs. Notre méthode est

performante sur un problème de calage d’historique lorsque le nombre de données est

très important, le stockage trop coûteux de l’approximation de la matrice Jacobienne ne

permettant pas d’utiliser la méthode Gauss Newton. La prise en compte du caractère

moindres carrés de la fonction objectif permet une amélioration notable pour le calage

de données de production. Dans le cas de données de production. Dans le cas de ca-

lage conjoint de données de production et de données sismiques, les résultats ne sont pas

concluants. Le nombre de données empêchant de modéliser séparement tous les termes de

la fonction coût associés. Il est alors nécessaire de procéder à un découpage de la fonction

coût en termes qui seront modélisés séparemment, ce découpage ayant un sens physique

(par puits, par type de données pour les données de production et par couche géologique

pour les données sismiques). Une approche permettant d’évaluer les incertitudes sur la

prédiction de production de pétrole d’un champ, ainsi qu’un problème de calibration

d’un moteur formulé comme un problème d’optimisation sans dérivées sous contraintes

sans dérivées ont également été traités à l’aide de notre méthode. Celle-ci permet une

réduction efficace de la fonction objectif tout en respectant les contraintes sans dérivées

à la convergence.
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Chapitre 5
Optimisation multi-objectifs

Ce chapitre a pour objectif principal de définir les notions essentielles de l’optimisation

multi-objectifs.

Dans un premier temps, les définitions et notations utilisées dans la suite sont décrites.

Les différentes approches de résolution de problèmes multi-objectifs sont ensuite intro-

duites. L’utilisation d’objectifs souvent antagonistes pour évaluer une solution rend l’ap-

plication de méthodes d’optimisation classiques difficile. Le problème nécessite alors d’être

transformé et des techniques particulières doivent être mises en place (par exemple en op-

timisant une somme pondérée des différents objectifs, voir la section 2.1.1 de ce chapitre).

1 Définitions

Considérons le problème d’optimisation de M objectifs f1, ..., fM : X −→ R à minimi-

ser. La fonction objectif est un vecteur : f(x) = (f1(x), ..., fM(x)) : Rn −→ RM , où RM

est l’espace des objectifs.

Définition 1.1 Une solution x ∈ Rn est dite réalisable si elle respecte un ensemble

de contraintes de la forme g(x) ≤ 0.

Le problème s’écrit alors

min
x∈Rn

f(x) = (f1(x), ..., fM(x)), (5.1)

sous les contraintes

g(x) ≤ 0. (5.2)

Les solutions d’un problème d’optimisation multi-objectifs ne peuvent être ordonnées

de la même manière que les solutions d’un problème d’optimisation mono-objectif. L’idée

d’utiliser la dominance au sens de Pareto a été proposée par Goldberg [75] pour résoudre

les problèmes proposés par Schaffer. Il suggère d’utiliser le concept d’optimalité de Pareto

pour respecter tous les critères car il refuse de comparer a priori les valeurs de différents
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1. DÉFINITIONS

critères. L’utilisation d’une sélection basée sur la notion de dominance de Pareto va faire

converger la population vers un ensemble de solutions d’intérêt. Ce concept ne permet

pas de choisir une alternative plutôt qu’une autre mais simplement de les ordonner par-

tiellement.

Vilfredo Pareto [128], mathématicien italien, formule le concept suivant : dans un

problème multiobjectifs, il existe un équilibre tel que l’on ne peut pas améliorer un critère

sans détériorer au moins un des autres critèresce qui introduit la notion de dominance de

Pareto suivante.

Définition 1.2 Dominance de Pareto : une solution x ∈ X domine une solution

x′ si et seulement si { ∀m ∈ {1, ...,M} : fm(x) ≤ fm(x′)

∃m ∈ {1, ...,M} : fm(x) < fm(x′)
(5.3)

On écrit : x ≺ x′

Figure 5.1 – Exemples de dominance de Pareto et de non dominance pour une minimi-

sation bi-objectifs

Définition 1.3 On dit que x domine y au sens de Pareto si pour chacune des

fonctions fm, ∀m ∈ {1, ...,M}, x est au moins aussi bon que y, et qu’il existe au moins

une fonction fm pour laquelle x est strictement meilleur que y.

On définit ainsi l’ensemble des solutions de Pareto qui ne sont pas dominées comme

l’ensemble des solutions Pareto optimales (ou solutions non dominées, non inférieures).

Définition 1.4 Une solution Pareto optimale est :

{x | @x′ ∈ X : x′ ≺ x} (5.4)

Nous constatons qu’il peut exister un grand nombre de solutions Pareto optimales, et

qu’aucune de ces solutions n’est meilleure qu’une autre. L’ensemble des valeurs prises par

la fonction f pour les solutions Pareto optimales est appelé front de Pareto.
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5. Optimisation multi-objectifs

Définition 1.5 Le front de Pareto est défini par :

{f(x) |@x′ ∈ X : x′ ≺ x} (5.5)

Figure 5.2 – Exemple d’un front de Pareto pour l’optimisation de deux objectifs

La figure 5.2 montre l’exemple d’un front de Pareto pour le problème de minimisation

de deux objectifs. Les traits en pointillés représentent le front de Pareto.

Les algorithmes d’optimisation multi-objectifs cherchent à estimer le front de Pareto.

Pour cela, la diversité des solutions est très recherchée. Ainsi, les différentes solutions du

front de Pareto donnent différents compromis entre les différents objectifs visés.

2 Approches de résolution

Deux classifications des différentes stratégies reposant sur deux points de vue différents

sont présentées : la classification de l’utilisateur et la classification du créateur.

La solution d’un problème multi-objectifs est un ensemble de solutions. Cependant

pour un problème réel, une solution pourra être préférée. L’utilisateur peut faire le

choix d’intervenir en amont de la résolution, après celle-ci ou de manière interactive.

Les méthodes peuvent alors être réparties dans trois catégories selon ce point de vue (voir

[9, 10, 11, 48, 101, 151] certaines méthodes rentrent dans plusieurs catégories différentes).

◦ Les méthodes a priori : l’utilisateur définit ses préférences entre les différents

objectifs avant l’utilisation de la méthode d’optimisation.

◦ Les méthodes progressives : l’utilisateur affine son choix de compromis au fur

et à mesure du déroulement de la méthode d’optimisation.

◦ Les méthodes a posteriori : l’utilisateur choisit la solution de son choix parmi

l’ensemble des solutions fournies par la méthode d’optimisation.
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2. APPROCHES DE RÉSOLUTION

La seconde classification utilisée se place du point de vue du créateur. Il existe trois

catégories différentes en fonction de la manière dont elles traitent la présence des objectifs :

◦ approches scalaires : le problème est transformé en problème mono-objectif.

◦ approches Pareto qui utilisent directement la notion d’optimalité Pareto lors de

la recherche.

◦ approches non scalaires et non Pareto qui ne transforment pas le problème

multi-objectifs en problème mono-objectif mais utilisent des techniques de recherche

traitant les objectifs séparément.

2.1 Approches scalaires

Les approches scalaires permettent de résoudre des problèmes multi-objectifs en trans-

formant le problème en un problème mono-objectif. Les trois principales seront détaillées :

la méthode d’agrégation, la méthode avec vecteur cible et le méthode ε-contraintes.

Ainsi, ces approches permettent d’utiliser des méthodes d’optimisation mono-objectif

classiques.

2.1.1 Méthodes d’agrégations

C’est l’une des premières méthodes employées pour la génération de solutions Pa-

reto optimales. Cette méthode consiste à transformer un problème multi-objectifs en un

problème qui combine les différentes fonctions objectifs du problème en une seule fonction

S de façon linéaire :

S(x) =
M∑

m=1

λm · fm(x), (5.6)

où les poids λm sont compris dans l’intervalle [0, 1] et vérifient
∑M

m=1 λm = 1. Chaque

jeu de poids donne une solution Pareto optimale ou seulement une solution locale. Les

résultats obtenus par cette méthode dépendent énormément du choix des poids λm, ils

indiquent la préférence attribuée aux différents objectifs. Il est donc nécessaire de lancer

plusieurs optimisations avec différents poids pour approcher le front de Pareto.

Cette méthode à l’avantage d’être très simple à implémenter. En revanche, aucune

agrégation linéaire n’existe afin d’obtenir l’optimalité des parties concaves du front de

Pareto (voir [39]).

2.1.2 Méthode avec vecteur cible

Un ensemble de cibles est défini. La méthode d’optimisation tente de minimiser la

différence entre les solutions envisagées, les cibles, et les objectifs. Il existe plusieurs ap-

proches pour ces méthodes : les méthodes du but à atteindre, du but programmé ou du

min-max.
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5. Optimisation multi-objectifs

2.1.3 Méthode de ε-contraintes

Dans cette méthode, une seule fonction objectif fk est optimisée tandis que les autres

fonctions objectifs sont traitées comme des contraintes. Le problème d’optimisation s’écrit

alors :

min
x∈Rn

fk(x), (5.7)

sous les contraintes

fj(x) ≤ εj, j = 1, ..., n, j 6= k. (5.8)

L’objectif fk est l’objectif primaire ou l’objectif préféré. Le front de Pareto optimal

est généré en faisant varier les valeurs des εj. Il est ainsi possible d’approcher l’ensemble

Pareto optimal en résolvant des problèmes mono-objectif.

2.2 Approches Pareto

Les approches Pareto utilisent directement la notion de dominance au sens de Pareto.

Cette idée a été introduite initialement dans les algorithmes génétiques par Goldberg [75].

Ce concept permet de ne pas favoriser un compromis plutôt qu’un autre mais il fournit une

aide précieuse à l’utilisateur. Ce critère de dominance est très utilisé par les algorithmes

évolutionnaires multi-objectifs comme NSGA II [41] et MOCMAES (Multi-Objective -

Covariance Matrix Adaptation - Evolution Strategy, présenté dans le chapitre 6 suivant).

Les algorithmes évolutionnaires multi-objectifs basés sur le principe de Pareto per-

mettent de trouver plusieurs solutions Pareto optimales en une seule exécution. De plus,

ils présentent l’avantage d’être robustes en ce sens qu’ils ne sont pas sensibles aux discon-

tinuités ou à la convexité de la fonction à minimiser.

Les trois opérateurs (sélection, croisement, mutation) du MO-CMA-ES sont spécifiques

et en font sa particularité.

D’autres méthodes utilisent l’approche de Pareto comme l’approche géométrique NBI,

introduite par Das et Dennis [39, 40], qui consiste à reconstruire le front de Pareto après

avoir construit plusieurs aggrégations de fonctions objectifs.

2.3 Approches non scalaires et non Pareto

Ces méthodes ne transforment pas le problème multi-objectifs en un problème mono-

objectif mais n’utilisent pas non plus la notion de dominance de Pareto.

Il existe trois types de méthodes.

◦ La méthode de sélection parallèle fait évoluer une population de n individus (de

la même manière que les algorithmes évolutionnaires voir la section 2.1 du chapitre

1) puis sélectionne n/M individus pour chacun des M différents objectifs.

◦ La méthode lexicographique définit un certain nombre d’ordres de priorité entre

les différents objectifs.
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2. APPROCHES DE RÉSOLUTION

◦ Et la méthode avec genre (et d’attracteur sexuel) affecte un objectif à chaque

genre dans un algorithme évolutionnaire. Le genre d’un nouvelle individu sera choisi

aléatoirement afin de minimiser simultanément les deux objectifs, car un genre sera

toujours jugé d’après l’objectif qui lui a été associé.

L’inconvénient de ce type de méthodes est qu’elles tendent à générer des solutions

qui sont largement optimisées pour certains objectifs et très peu pour les autres. Les

compromis sont délaissés.

Dans ce chapitre nous avons introduit les notations et définitions nécessaires pour

décrire l’optimisation multi-objectifs et présenté brièvement les principales méthodes.

Dans ce manuscrit, nous avons privilégié l’utilisation d’un algorithme évolutionnaire uti-

lisant une approche Pareto : la méthode MO-CMA-ES.
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Chapitre 6
Multi-Objective - Covariance Matrix

Adaptation - Evolution Strategy

(MO-CMA-ES)

Le MO-CMA-ES est un algorithme évolutionnaire multi-objectifs. Les algorithmes

évolutionnaires ont la particularité d’explorer la totalité du front de Pareto défini précé-

demment et, ainsi, permettent d’obtenir tous les compromis entre les objectifs visés.

Le MO-CMA-ES utilise le CMA-ES élitiste [85], qui combine le schéma de (1 + λ)-

sélection d’algorithme évolutionnaire [144, 157, 14] avec le CMA-ES de Hansen [87, 86,

88, 36].

Dans ce qui suit, nous nous intéressons au problème de minimisation sans contrainte

suivant : {
min f(x)

x ∈ RN (6.1)

où f : RN −→ RM est la fonction coût à minimiser à valeurs réelles et définie sur RN (N

est le nombre de variables d’optimisation, et M est le nombre d’objectifs à minimiser).

Nous présenterons tout d’abord quelques définitions nécessaires à la sélection multi-

objectifs. Puis nous présenterons l’algorithme MO-CMA-ES de Hansen. Enfin, les cas tests

de l’optimisation multi-objectifs seront brièvement présentés.

1 Sélection multi-objectifs

La sélection des individus permet d’identifier les ”meilleurs” individus d’une popu-

lation et d’éliminer les ”mauvais”. Les algorithmes génétiques multi-objectifs les plus

efficaces utilisent le concept de Pareto dominance afin d’ordonner les individus et ainsi de

sélectionner les ”meilleurs”. L’algorithme multi-objectifs MO-CMA-ES est basé sur une

approche de tri des individus non dominés utilisée dans NSGA II de Deb [41]. Les indivi-

dus sont triés à l’aide de leur niveau de non dominance. Puis, pour ordonner les individus

de même niveau de non dominance, un critère de diversité est défini. Chaque individu
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1. SÉLECTION MULTI-OBJECTIFS

a
(g)
i à la génération g représente la solution candidate x

(g)
i ∈ X ⊆ Rn d’un problème à n

dimensions avec M objectifs.

1.1 Premier critère de sélection : tri par non dominance

Le premier critère de sélection effectue un tri des élements de la population A de

solutions candidates à l’aide de leur niveau de non dominance. Les solutions non dominées

de A sont notées ndom(A) = {a ∈ A|@a′ ∈ A : a′ ≺ a}. Le front de Pareto de A est donné

par les coordonnées dans l’espace des objectifs des solutions non dominées

{(f1(a), ...fM(a)) |a ∈ ndom(A)} .

Les éléments de ndom(A) sont notés de rang 1. Les autres rangs sont définis récursivement

en considérant l’espace sans les solutions de rang inférieur. Formellement, doml(A) =

doml−1(A)\ndoml(A) et ndoml(A) = ndom(doml−1(A)) pour l ∈ {1, ...} avec dom0 = A.

Pour a ∈ A, nous définissons le niveau de non dominance ND(a,A) = i si et seulement

si a ∈ ndomi(A).

Afin d’ordonner les solutions ayant le même rang de non dominance, un second critère

de tri est nécessaire. Ce critère est très important pour les performances d’un algorithme

génétique : en effet, après quelques générations, il peut y avoir plus de solutions non

dominées dans la population que de solutions à choisir. Ce critère a pour but de maintenir

la diversité du front de Pareto afin d’obtenir des points bien répartis sur le front et, ainsi,

d’obtenir des compromis variés entre les différents objectifs.

1.2 Second critère de sélection

Le second critère de sélection est un critère de diversité des solutions qui permet de

tendre à distribuer ces solutions uniformément sur le front de Pareto. La méthode MO-

CMA-ES considère deux critères de tri : la distance d’encombrement de Deb [41] et la

contribution à l’hypervolume de Emmerich, Beume, et Naujoks [58].

1.2.1 Distance d’encombrement

Dans l’algorithme NSGA II de Deb [41], les solutions non dominées A′, qui ont le

même niveau de non dominance, sont ordonnées selon leurs contributions à la diversité des

valeurs de la fonction objectif dans A′. La distance d’encombrement (Crowding-distance)

permet d’estimer la densité de population autour de chaque individu dans l’espace des

objectifs, ce qui correspond à leur diversité. Pour M objectifs, la distance d’encombrement

de a ∈ A′ est donnée par :

c(a,A′) =
M∑

m=1

cm(a,A′)

fmaxm − fminm

(6.2)

où fminm et fmaxm sont l’estimation des valeurs minimale et maximale du m-ième objectif

et

173



6. MO-CMA-ES

cm(a,A′) :=

{ ∞, si fm(a) = min{fm(a′)|a′ ∈ A′} ou fm(a) = max{fm(a′)|a′ ∈ A′}
min {fm(a′′)− fm(a′)|a′, a′′ ∈ A′ : fm(a′) < fm(a) < fm(a′′)} , autrement.

La crowding-distance est égale à l’infini pour les solutions extrêmes dans l’espace des

objectifs et est égale à la somme des longueurs de l’hyperrectangle (ou orthotope) qui

touche les solutions voisines si les solutions ne sont pas extrêmes sur le front de Pareto

(voir figure 6.1). A l’aide du niveau de non dominance et de la distance d’encombrement,

nous définissons la relation :

a ≺c,A a′ ⇔ ND(a,A) < ND(a′, A) ou[
(ND(a,A) = ND(a′, A)) ∧ (c(a, ndomND(a′,A)(A)) > c(a′, ndomND(a′,A)(A)))

]
,

(6.3)

pour a, a′ ∈ A. En comparant à l’aide de ≺c,A, a est ”meilleur” que a′ si a a un ”meilleur”

niveau de non dominance ou si a et a′ ont le même niveau mais a est dans une région

moins encombrée de l’espace des objectifs, ce qui implique plus de diversité.

Figure 6.1 – Distance d’encombrement en dimension 2

1.2.2 Mesure de l’hypervolume

La mesure de l’hypervolume (Contributing Hypervolume ou S-metric) est introduite

par Zitzler et Thiele [186] dans le domaine de l’optimisation multi-objectifs par algorithme

évolutionnaire. Elle peut être définie comme la mesure de Lebesgue Λ de l’union des

hypercubes dans l’espace des objectifs :
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1. SÉLECTION MULTI-OBJECTIFS

Saref (A′) = Λ


 ⋃

a∈ndom(A′)

{(f1(a′), ..., fM(a′))|a ≺ a′ ≺ aref}


 , (6.4)

où aref est un point de référence choisi de manière appropriée. La contribution à l’hyper-

volume d’un point a ∈ ndom(A′) est donnée par :

∆S(a,A′) := Saref (A′)− Saref (A′\a) (6.5)

La mesure de l’hypervolume est utilisée dans l’algorithme évolutionnaire proposé par

Emmerich, Beume, et Naujoks [58]. Le rang s(a,A′) d’un individu a peut être défini

récursivement par sa contribution à l’hypervolume. Ainsi, l’individu qui contribue moins

à l’hypervolume de A′ aura le dernier rang, celui qui contribue le moins à l’hypervolume

de A′ après celui de dernier rang aura l’avant dernier rang, et ainsi de suite. Formellement,

pour a ∈ ndom(A′) on a s(a,A′) = 1 si a = arg mina′∈A′ {∆S(a′, A′)} et s(a,A′) = n si a =

arg mina′∈A′ {∆S(a′, A′)\ {a′′|s(a′′, A′) < n})}. Le point de référence aref est choisi dans le

but que chaque individu a tel que fm(a) = min fm(a′)|a′ ∈ A′ pour tout m ∈ {1, ...,M}
donne le meilleur rang. Ce sont les individus situés sur le bord du front de Pareto qui sont

sélectionnés de préférence.

Pour deux objectifs, ce critère peut être calculé efficacement à l’aide de l’équation

donnée par Emmerich, Beume et Naujoks [58] : pour tous les points d’un même rang de

non dominance B, un tri par ordre croissant est effectué selon la valeur de la première

fonction objectif. Pour B =
{
b1, ..., b|B|

}
, ∆S(bi, B) = (f1(si+1)−f1(si))·(f2(si−1)−f2(si)).

Le comportement du calcul de la mesure de l’hypervolume est un gros désavantage, celle-ci

risque d’être difficile à calculer lorsque le nombre d’objectifs augmente.

La mesure de l’hypervolume est représentée par l’aire des rectangles rattachés à leur

point du front de Pareto (voir la figure 6.2).

A l’aide du niveau de non dominance et de la mesure de l’hypervolume, nous définissons

la relation :

a ≺s,A a′ ⇔ ND(a,A) < ND(a′, A) ou[
(ND(a,A) = ND(a′, A)) ∧ (s(a, ndomND(a′,A)(A)) > c(a′, ndomND(a′,A)(A)))

]
,

(6.6)

pour a, a′ ∈ A. En comparant à l’aide de ≺s,A, a est ”meilleur” que a′ si a a un ”meilleur”

niveau de non dominance ou si a et a′ ont le même niveau mais a contribue plus à

l’hypervolume, ce qui implique plus de diversité.

175



6. MO-CMA-ES

Figure 6.2 – Mesure de l’hypervolume en dimension 2

L’optimisation multi-objectifs a pour but de trouver différents compromis entre les

objectifs visés. Associés, le critère de non dominance et la distance d’encombrement ou la

mesure de l’hypervolume permettent d’effectuer la sélection des individus de la population

lors de chaque génération de l’algorithme génétique multi-objectifs.

2 Croisement et mutation

L’opérateur de croisement a pour but d’enrichir la diversité de la population. Il consiste

à combiner linéairement les individus entre eux. Cet opérateur n’est pas présent dans la

méthode MO-CMA-ES.

L’opérateur de mutation joue un rôle décisif quant à la convergence de l’algorithme

génétique. La mutation consiste à perturber un individu par un bruit gaussien centré,

c’est-à-dire par l’ajout d’une variable aléatoire gaussienne centrée. L’écart-type de la dis-

tribution appelé ”pas de mutation” noté σ, caractérise la distribution.

En général, le pas de mutation choisi n’est pas le même pour toutes les composantes

afin de prendre en compte les sensibilités différentes de la fonction coût aux différentes

composantes.

On note σi le pas de mutation correspondant à la ième composante d’un vecteur x(g).

Alors

x(g+1)(i) = x(g)(i) +N (0, σ2
i ) pour i = 1, ..., N ,

où N (0, σ2
i ) désigne la distribution normale centrée, de variance σ2

i .

Le réel σi peut être constant auquel cas la mutation est dite ”fixe” ou variable d’une

itération à l’autre. Dans ce dernier cas, la mutation est dite ”adaptative”. Il est à noter
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que les mutations adaptatives ont été introduites car le choix d’un écart-type constant est

délicat. Dans ce qui suit, nous nous intéressons à ce type de mutation.

Parmi les méthodes adaptatives, on distingue la loi du 1/5 de Rechenberg. Si dans

moins de 20% des cas, le nouvel individu généré par mutation est meilleur que l’individu

muté, alors le pas de mutation est diminué à la génération suivante. Dans le cas contraire,

le pas est augmenté. Cette méthode présente l’inconvénient de ne pas pouvoir s’appliquer

dans le cas de la mutation des vecteurs composante par composante.

Des méthodes adaptatives différentes permettent de pallier cet inconvénient, notam-

ment celle du MO-CMA-ES basée sur l’algorithme CMA-ES de Hansen [36, 87, 86, 88].

Cette méthode permet d’adapter différents pas de mutation, par la prise en compte d’infor-

mation locale mais aussi d’information cumulée. Fondamentalement, la méthode consiste

à adapter la matrice de covariance de la distribution de mutation de façon à aligner le

plus grand axe de la distribution avec la direction de plus grand progrès estimé.

2.1 Equations de base

Dans le λMO × (1 + λ)-MO-CMA-ES, nous maintenons une population de λMO indi-

vidus. Pour simplifier, nous considérons le cas standard λ = 1, avec λ le nombre d’en-

fants provenant de chacun des parents. Le k-ième individu de la génération g est noté

a
(g)
k =

[
x

(g)
k , p̄

(g)
succ,k, σ

(g)
k , p

(g)
c,k, C

(g)
k

]
, où

x
(g)
k ∈ RN est le vecteur des paramètres,

p̄
(g)
succ,k ∈ [0, 1] est le taux de succès moyenné,

σ
(g)
k est l’écart-type global,

p
(g)
c,k ∈ RN est le chemin d’évolution et

C
(g)
k ∈ RN×N est la matrice de covariance.

A chaque itération g, un tirage aléatoire de λ = 1 vecteur est effectué pour chaque

λMO parents x
(g)
k , selon une loi multinormale notée N

(
x

(g)
k , σ

(g)2
k · C(g)

k

)
, centrée en x

(g)
k ,

de matrice de covariance C
(g)
k , et de ”variance globale” σ

(g)2
k :

x
′(g+1)
k ∼ N

(
x

(g)
k , σ

(g)2
k · C(g)

k

)
pour k = 1, ..., λMO, (6.7)

où C
(g)
k est une matrice symétrique définie positive.

Notons que, par abus de langage, on appellera par la suite matrice de covariance, la

matrice C
(g)
k , au lieu de σ

(g)2
k · C(g)

k .

Tous les λMO parents et les λ × λMO enfants de la génération g forment l’ensemble

Q(g) =
{
a
′(g+1)
k , a

(g)
k |1 ≤ k ≤ λMO

}
qui représente la population à la génération g.

On rappelle que toute matrice définie positive C est diagonalisable en base ortho-

normée. La matrice C peut ainsi s’écrire sous la forme : C = B ·D2 ·BT , où D2 = diag(σ2
i )

désigne la matrice diagonale dont les éléments diagonaux {σ2
i }i=1,...,N sont les valeurs

propres de la matrice C. La matrice B est, quant à elle, une matrice orthogonale, c’est-à-

dire dont les vecteurs colonnes sont de norme unitaire et deux à deux orthogonaux. Les

colonnes de B sont les vecteurs propres normalisés associés aux valeurs propres de C.
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On introduit les notations suivantes : C1/2 = B · D · BT , où D = diag(σi). On peut

ainsi réécrire la loi de distribution N (x,C) de la façon suivante :

N (x,C) ∼ x+N (0, C)

∼ x+ C1/2 · N (0, IdN)

∼ x+B ·D ·BT · N (0, IdN)

où la notation IdN désigne la matrice identité en dimension N .

Puisque la matrice B est orthogonale, on a également : BT · N (0, IdN) ∼ N (0, IdN),

ce qui donne la relation suivante : N (x,C) ∼ x+B ·D · N (0, IdN).

Ainsi, à chaque itération de l’algorithme, chacun des λMO × (λ = 1) vecteurs est

généré de la façon suivante : N tirages indépendants de loi normale centrée réduite sont

effectués (un tirage par composante), constituant ainsi un vecteur aléatoire z ∈ RN qui

suit la distribution N (0, IdN). Chaque composante z(i) (pour i = 1, ..., N) du vecteur z

est ensuite dilatée ou rétrécie par le coefficient σi constituant le ième terme diagonal de

la matrice D. Finalement, la multiplication par la matrice B permet d’écrire le vecteur

ainsi obtenu dans le système de coordonnées défini par les vecteurs propres de la matrice

C.

Ainsi, x
′(g+1)
k ∼ x

(g)
k + σ

(g)
k ·B

(g)
k ·D

(g)
k N (0, IdN)︸ ︷︷ ︸

∼N
(

0,C
(g)
k

) pour k = 1, ..., λMO.

L’écart-type global des parents et des enfants est mis à jour selon la réussite des muta-

tions effectuées, c’est-à-dire si l’enfant est ”meilleur” que le parent selon l’un des critères

≺c,A ou ≺s,A. La matrice de covariance des enfants est mise à jour en tenant compte de la

mutation. Enfin les ”meilleurs” λMO individus de Qg triés à l’aide des critères de sélection

multi-objectifs vus précédemment (≺c,Qg ou ≺s,Qg) forment la prochaine génération de

parents.

2.2 Estimation des paramètres caractéristiques de la distribu-

tion

Le principe de mutation du MO-CMA-ES basé sur le CMA-ES élitiste qui combine

le schéma de sélection de Rechenberg avec le CMA-ES standard, consiste à adapter les

paramètres caractérisant la distribution N
(
x

(g)
k , σ

(g)2
k · C(g)

k

)
de façon à diriger les distri-

butions dans le voisinage du front de Pareto optimal.

La mise à jour de la matrice de covariance C(g) peut être raisonnablement appliquée

dans une version élitiste, mais l’adaptation de l’écart-type global σ(g) est remplacée par une

règle de succès basée sur cet écart-type global. Cette méthode ne peut pas être appliquée

facilement car la mise à jour du ”chemin d’évolution” est inefficace lorsqu’aucun enfant

”réussi” n’est produit.
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2.2.1 Adaptation de l’écart-type global σ
(g)
k :

Le paramètre σ
(g)
k permet d’adapter rapidement la distribution de mutation au ”ter-

rain” de recherche. Plus précisément, ce paramètre permet de dilater ou rétrécir la distri-

bution selon le nombre de ”succès” d’enfants sur leurs parents. Le principe en est présenté

ci-dessous.

Pour tout k = 1, ..., λMO, soit

λ
(g+1)

succ,Q(g),k
=

{
1 , si a

′(g+1)
k ≺Q(g) a

(g)
k

0 , autrement

le taux de succès des λ = 1 enfant a
′(g+1)
k sur leur parent a

(g)
k . Soit ≺Q(g) l’une des deux

relations définies précédemment : ≺s,Q(g) , ≺c,Q(g) .

Principe : Cette règle de mise à jour s’inspire de la loi du 1/5 de Rechenberg [144]. La

mise à jour de σ(g) fait intervenir un taux de succès moyenné noté p̄
(g)
succ,k. L’idée est que si,

au cours de deux itérations successives, la moyenne de la distribution gaussienne évolue

dans la même direction et le même sens, il est équivalent d’effectuer un pas unique et plus

long, autrement dit une seule itération suffit. On dit alors par abus de langage que les pas

sont corrélés. De même, si les pas sont parallèles et de sens opposé (anti-corrélés), il est

préférable de réduire le pas de mutation au cours de la dernière itération, pour éviter que

les pas ne se compensent mutuellement. Ainsi, la situation idéale se produit lorsque les pas

effectués sont orthogonaux (décorrélés). Le taux de succès moyenné p̄
(g)
succ,k a été introduit

afin de tenter de se maintenir dans cette situation idéale. La ”longueur” de p̄
(g)
succ,k est

comparée à celle d’un chemin ”idéal” où les pas sont générés de façon indépendante et

sont par conséquent décorrélés.

Le pas de mutation σ
(g)
k est mis à jour en conséquence.

Taux de succès moyenné : p̄
(g+1)
succ,k = (1− cp) · p̄(g)

succ,k + cp · λ(g+1)

succ,Q(g),k
,

où le coefficient cp (0 < cp ≤ 1) est appelé taux d’apprentissage ou temps d’accumulation

pour le taux de succès moyenné.

Un taux de succès moyenné p̄
(g+1)
succ,k est utilisé à la place du taux de succès λ

(g+1)

succ,Q(g),k

afin de lisser les changements de l’écart-type global et ceci n’a qu’une influence minime

sur le taux de changement maximal de l’écart-type global.

Adaptation de σ
(g)
k : L’adaptation de σ

(g)
k fait intervenir le taux de succès moyenné

p̄
(g+1)
succ,k. La mise à jour a donc pour but d’augmenter l’écart-type global si le taux de succès

(la fraction d’enfants ”meilleurs” que leurs parents) est grand, et de le rabaisser si celui-ci

est bas.

σ
(g+1)
k = σ

(g)
k · exp

(
1
d
·
(
p̄

(g+1)
succ,k − ptargetsucc

1−ptargetsucc
(1− p̄(g+1)

succ,k)
))

,

où d est un coefficient d’atténuation.

La règle de mise à jour est effectuée en modifiant l’argument de la fonction expo-

nentielle. L’argument de l’exponentielle est toujouts compris entre −1/d et 1/d (car
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ptargetsucc < 0.5). Donc le coefficient d’atténuation d contrôle le taux d’adaptation de l’écart-

type global σ
(g)
k .

On remarque que l’équation permet d’ajuster le pas σ
(g)
k en fonction de la longueur

de p̄succ. Plus précisément, si l’on a l’inégalité p̄
(g+1)
succ,k > ptargetsucc , alors l’argument de l’expo-

nentielle est positif donc le pas de mutation est augmenté. Inversement, si p̄
(g+1)
succ,k < ptargetsucc

l’argument de l’exponentielle est négatif donc le pas de mutation est diminué. En cas

d’égalité, l’écart-type σ
(g)
k reste identique.

L’adaptation de la matrice de covariance C
(g)
k se fait séparément de celle de σ

(g)
k . En

effet, les paramètres C
(g)
k et σ

(g)
k varient sur des échelles de temps différentes : σ

(g)
k varie

plus vite que C
(g)
k . Cet écart est visible en regardant la valeur des taux d’apprentissage

respectivement pour la matrice de covariance et pour l’écart-type global.

2.2.2 Adaptation de la matrice de covariance C
(g)
k :

Principe : une approximation de la matrice de covariance C
(g+1)
k s’obtient par la prise

en compte de la totalité des passages d’une génération à la suivante jusqu’à l’itération

courante. Elle fait intervenir une quantité appelée ”chemin d’évolution” et notée p
(g)
c,k.

Chemin d’évolution : le vecteur p
(g)
c,k est déterminé à partir de la suite des pas consé-

cutifs effectués par la moyenne au cours des itérations de l’algorithme. Il est également

appelé ”chemin cumulé”. Son expression est donnée par l’équation suivante :

p
′(g+1)
c,k = (1− cc) · p(g)

c,k +





√
cc · (2− cc) · x

′(g+1)
k −x(g)k

σ
(g)
k

, si p̄′
(g+1)
succ,k < pthresh

0 , sinon
(6.8)

La mise à jour du chemin d’évolution p
(g)
c,k dépend de la valeur du taux de succès moyenné

p̄
(g+1)
succ,k. Si ce taux de succès moyenné p̄

(g)
succ,k est supérieur au coefficient pthresh, le chemin

d’évolution p
(g)
c,k n’est pas remis à jour afin d’empêcher que les axes de la matrice de

covariance C
(g+1)
k augmentent lorsque la taille de l’écart-type global est petite. Si le taux

de succès moyenné p̄
(g)
succ,k est inférieur au coefficient pthresh, la mise à jour du chemin

d’évolution p
(g)
c,k est effectuée suivant un lissage exponentiel.

Proposition 2.1 Le coefficient
√
cc · (2− cc) normalise la variance de p

(g)
c,k. Plus préci-

sément, nous allons montrer par récurrence sur g que sous la condition p
(0)
c,k ∼ N (0, C

(0)
k ),

nous obtenons l’équation suivante : p
(g)
c,k ∼ N (0, C

(g)
k ) pour tout g ≥ 0.

Démonstration 2.2 On suppose l’équation ci-dessus vérifiée pour g donné. En sim-

plifiant l’équation 6.8, nous avons p
(g+1)
c,k = (1 − cc) · p(g)

c,k +
√
cc · (2− cc) · x

′(g+1)
k −x(g)k

σ
(g)
k

,

or l’équation 6.7 est équivalente à :
x
′(g+1)
k −x(g)k

σ
(g)
k

∼ N (0, C
(g)
k ) pour k = 1, ..., λMO. De

plus, la variable aléatoire p
(g)
c,k est indépendante des tirages effectués à l’itération g + 1.
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Ainsi, comme par hypothèse de récurrence nous avons p
(g)
c,k ∼ N (0, C

(g)
k ), nous obte-

nons finalement p
(g+1)
c,k ∼ N

(
0, ((1− cc)2 + cc · (2− cc)·) · C(g)

k

)
. D’où nous avons bien

p
(g+1)
c,k ∼ N

(
0, C

(g+1)
k

)
. Ceci achève la preuve par récurrence.

Le paramètre cc (0 ≤ cc ≤ 1) est appelé ”taux d’apprentissage” ou ”temps d’accumu-

lation” pour le chemin d’évolution. Le rapport 1/cc représente le nombre de générations

au bout duquel les 2/3 de l’information originale ont disparu. En effet, pour de petites

valeurs de cc, on a : (1− cc)g ≈ exp(−g · cc).
Ainsi, pour g = 1/cc, on a bien (1− cc)g = 1

e
≈ 0.63. Autrement dit, après un nombre

de générations égal à 1/cc, il ne reste plus que 37% de l’information originale, contenue

dans le chemin d’évolution p
(0)
c,k. Le choix de ce paramètre est important, puisqu’une valeur

faible de cc conduit à un apprentissage lent. A l’opposé, une valeur élevée peut conduire

à la dégénérescence du chemin d’évolution. En général, la valeur de cc est comprise entre

1/N et 1/
√
N .

Adaptation de C
(g)
k : l’expression de C

(g+1)
k à l’itération g+1 est donnée par l’équation

suivante :

C
′(g+1)
k = (1− ccov) · C(g)

k +

{
ccov · p′(g+1)

c,k · p′(g+1)T

c,k , si p̄′
(g+1)
succ,k < pthresh

ccov · (p′(g+1)
c,k · p′(g+1)T

c,k + cc · (2− cc) · C(g)
k ), sinon

(6.9)

De même que précédemment, le paramètre ccov (0 ≤ ccov < cc ≤ 1), appelé ”taux

d’apprentissage” ou ”temps d’accumulation” pour la matrice de covariance, représente le

nombre de générations au bout duquel il ne reste plus que 37 % de l’information originale

contenue dans C
(0)
k . Typiquement, ccov a une valeur comprise entre 1/N et 1/

√
N .

La mise à jour de la matrice de covariance C
(g)
k dépend du chemin d’évolution p

(g)
c,k. Si

le taux de succès moyenné p̄
(g+1)
succ,k est inférieur au coefficient pthresh, la nouvelle matrice de

covariance est une moyenne pondérée de l’ancienne matrice de covariance et du produit

de vecteurs de p
(g)
c,k. Si le taux de succès moyenné p̄

(g)
succ,k est supérieur au coefficient pthresh,

le second membre de la mise à jour de p
(g)
c,k est absent et donc p

(g)
c,k rétrécit. Bien qu’en

introduisant un changement mineur, le terme cc(2 − cc)C(g)
k compense le rétrécissement

de p
(g)
c,k dans C

(g)
k . En effet, le facteur de normalisation a été choisi afin que p

(g+1)
c,k ∼

N (0, C),∀k = 1, ..., λMO. En supposant p
(g)
c,k ∼ N (0, C),∀k = 1, ..., λMO, si p̄succ < pthresh

alors p
(g+1)
c,k ∼ N (0, C),∀k = 1, ..., λMO car

x
′(g+1)
k −x(g)k

σ
(g)
k

∼ N (0, C). En revanche, si p̄succ ≥

pthresh,
x
′(g+1)
k −x(g)k

σ
(g)
k

∼ N (0, (1−cc)2C). Donc dans ce cas, le terme cc(2−cc)C(g)
k compensera

le rétrécissement de p
(g)
c,k dans C

(g)
k .

Le principe de mutation du MO-CMA-ES adapte donc les paramètres caractérisant

les distributions N
(
x

(g)
k , σ

(g)2
k · C(g)

k

)
dans le voisinage du front de Pareto optimal.
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3 L’algorithme MO-CMA-ES

Finalement, l’algorithme 6.1 représente λMO × (1 + 1)-MO-CMA-ES (avec Q
(g)
≺:i représen-

tant le i-ème meilleur individu de Q(g) trié à l’aide des critères de sélection multi-objectifs

vus précédemment : ≺c,Q(g) ou ≺s,Q(g)).

Algorithme 6.1 Algorithme λMO × (λ+ 1)-MO-CMA-ES pour λ = 1

• Initialisation : g = 0, x(0), σ(0), C(0) = IdN , B(0) = IdN , D(0) = IdN , p̄
(0)
succ = ptargetsucc ,

p
(0)
c = 0, λMO, λ = 1.

• Répéter jusqu’au critère d’arrêt :

(1) Pour k = 1, ..., λMO

a
′(g+1)
k ← a

(g)
k

x
′(g+1)
k ∼ N

(
x

(g)
k , σ

(g)2

k C
(g)
k

)

(2) Q(g) =
{
a
′(g+1)
k , a

(g)
k |1 ≤ k ≤ λMO

}

(3) Pour k = 1, ..., λMO

� mise à jour du taux de succès des λ enfants a
′(g+1)
k sur leur parent a

(g)
k

λ
(g+1)

succ,Q(g),k
=

{
1 , si a

′(g+1)
k ≺Q(g) a

(g)
k

0 , autrement

� mise à jour de l’écart-type global σ
(g)
k pour les enfants :

(i) p̄
′(g+1)
succ,k = (1− cp) · p̄(g)

succ,k + cp · λ(g+1)

succ,Q(g),k

(ii) σ
′(g+1)
k = σ

(g)
k · exp

(
1
d
·
(
p̄
′(g+1)
succ,k − ptargetsucc

1−ptargetsucc
(1− p̄′(g+1)

succ,k )
))

� mise à jour de l’écart-type global σ
(g)
k pour les parents :

(i) p̄
(g+1)
succ,k = (1− cp) · p̄(g)

succ,k + cp · λ(g+1)

succ,Q(g),k

(ii) σ
(g+1)
k = σ

(g)
k · exp

(
1
d
·
(
p̄

(g+1)
succ,k − ptargetsucc

1−ptargetsucc
(1− p̄(g+1)

succ,k)
))

� mise à jour de la matrice de covariance C
(g+1)
k pour les enfants :

(i) p
′(g+1)
c,k = (1−cc)·p(g)

c,k+





√
cc · (2− cc) · x

′(g+1)
k −x(g)k

σ
(g)
k

, si p̄′
(g+1)
succ,k < pthresh

0 , sinon

(ii) C
′(g+1)
k = (1−ccov)·C(g)

k +

{
ccov · p′(g+1)

c,k · p′(g+1)T

c,k , si p̄′
(g+1)
succ,k < pthresh

ccov · (p′(g+1)
c,k · p′(g+1)T

c,k + cc(2− cc) · C(g)
k ), sinon

(4) Pour i = 1, ..., λMO

a
(g+1)
i ← Q

(g)
≺:i

(5) g ← g + 1
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Table 6.1 – Tableau des valeurs par défaut des paramètres du MO-CMA-ES (N : nombre

de variables d’optimisation)

Sélection :

λMO nombre d’individus de la population sélectionnés 100

parmi le total des individus λMO × (1 + λ)

λ nombre d’enfants générés par chacun des λMO parents 1

Ecart-type global : σ
(g)
k

d coefficient d’atténuation qui contrôle le taux 1 + N
2λ

d’adaptation de l’écart-type global σ
(g)
k

ptargetsucc coefficient de comparaison avec le taux de succès moyenné 1
5+
√
λ/2

cp taux d’apprentissage ou temps d’accumulation ptargetsucc λ

2+ptargetsucc λ

pour le taux de succès moyenné

σ(0) valeur initiale de l’écart-type global (si l’on a 0.6

normalisé les paramètres dans l’espace des solutions [0, 1])

Matrice de covariance : C
(g)
k

cc taux d’apprentissage pour le chemin d’évolution 2
N+2

ccoc taux d’apprentissage pour la matrice de covariance 2
N2+6

pthresh coefficient de comparaison avec le taux de succès moyenné 0.44

Le tracé du domaine de confiance présenté en annexe G nous permet d’illustrer l’adap-

tation de la matrice de covariance au cours de l’exécution du MO-CMA-ES. En effet, à

chaque itération le tirage de chaque point a 95% de chances de s’effectuer à l’intérieur

du domaine de confiance. Autrement dit, à chaque itération, ”presque” tous les points

sont ”emprisonnés” au sein de cet ensemble. Le domaine évolue d’itération en itération

en accord avec l’évolution de l’écart-type global et de la matrice de covariance.

Les paramètres λMO et λ représentant le nombre d’individus de la population et le
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nombre d’enfants générés par ces individus permettent d’explorer plus ou moins l’espace

des solutions. Ainsi, en augmentant ces paramètres, le front de Pareto optimal sera at-

teint plus souvent, mais nous pouvons noter également que la complexité de l’algorithme

augmente avec ces paramètres.

Le paramètre ccov est le taux d’apprentissage pour la matrice de covariance. Pour de

faibles valeurs du paramètre, le minimum global est atteint plus souvent mais le nombre

d’évaluations des fonctions coût augmente.

L’écart-type global contrôle la ”largeur” de la distribution de mutation, centrée sur

le parent, et de la matrice de covariance σ
(g)2

k C
(g)
k ; alors que la matrice de covariance

oriente les axes de recherche de la distribution de mutation vers le voisinage de solutions

de Pareto.

Les paramètres que nous pouvons modifier afin d’accélerer l’algorithme sont la valeur

initiale de l’écart-type global σ(0) ainsi que la population initiale x(0). La population

initiale dépend directement de l’écart-type global initial car x(0) ∼ N (y, σ(0)Id), où y est

le centre de l’espace des solutions. Si l’écart-type global initial σ(0) est grand, le domaine

de confiance est grand. Autrement dit, la région de l’espace dans laquelle chaque tirage a

95% de chances de s’effectuer est grande. La valeur par défaut de σ(0), si l’on a normalisé

les paramètres dans l’espace des solutions [0, 1], est de 0.6.

Dans le paragraphe suivant, le cadre des tests est présenté, particulièrement le nombre

d’exécutions et le critère d’arrêt utilisés par la méthode MO-CMA-ES ainsi que l’évalua-

tion de la performance d’un algorithme multi-objectifs.

4 Cadre des tests

4.1 Nombre d’exécutions et critère d’arrêt

Un algorithme évolutionnaire fait intervenir des tirages aléatoires, le comportement

de l’algorithme varie donc d’une exécution à l’autre. En particulier, la convergence vers

le front de Pareto au cours d’une exécution ne garantit pas que cette convergence sera

obtenue lors d’une autre exécution. Pour tester le MO-CMA-ES, on ne peut donc se

contenter d’une seule exécution. Nous allons effectuer 100 minimisations successives pour

chacune des paires de fonctions testées.

En optimisation multi-objectifs globale, le critère d’arrêt de l’algorithme est générale-

ment le nombre maximal d’évaluations de la fonction coût.

4.2 Evaluation de la performance d’un algorithme d’optimisa-

tion multi-objectifs

L’évaluation de la performance d’un algorithme d’optimisation multi-objectifs est plus

difficile que celle d’un algorithme mono-objectif. De nombreuses méthodes de mesures de

cette performance ont été proposées. Soient deux ensembles de solutions A,B ⊆ X. A est

meilleur que B (noté A B B si pour chaque élément a ∈ B il existe un élément a′ ∈ A qui
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n’est pas plus ”mauvais” que a selon chaque objectif, ∀m ∈ {1, ...M} , ∀a ∈ B, ∃a′ ∈ A :

fm(a′) ≤ fm(a), et ndom(A) 6= ndom(B). Autrement, nous avons A 7 B. Régulièrement,

pour deux ensembles A et B, nous n’avons ni A B B ni B B A, c’est pourquoi il est

nécessaire d’introduire un indicateur de qualité.

Nous présentons l’indicateur de l’hypervolume [186] qui représente la taille de l’espace

des objectifs dominés par l’ensemble des solutions non dominées (voir la figure 6.3). Dans

le cas d’un problème à deux dimensions, chaque solution Pareto optimal x couvre l’aire

d’un rectangle défini par un point de référence et (f1(x), f2(x)). Le point de référence aref
peut être soit les plus mauvaises valeurs des fonctions objectifs selon chaque composante,

soit un point dominé par tous les points du front. L’union des rectangles couverte par les

solutions du front de Pareto constitue l’espace totalement dominé et est utilisée comme

mesure. Donc l’ensemble des solutions Pareto optimales qui a le plus grand indicateur de

l’hypervolume couvre une plus grande partie de l’espace des objectifs, cet ensemble est

par conséquent plus intéressant. Ce concept peut être étendu aux dimensions supérieures.

Soit A un ensemble de solutions de Pareto, l’indicateur de l’hypervolume est : IS,A =

Saref (A). L’avantage de cette mesure est que chaque front de Pareto peut être évalué

indépendemment d’un autre. De plus, les régions convexes seront préférées aux régions

concaves.

Figure 6.3 – Indicateur de l’hypervolume en dimension 2. Nous n’avons ni A B B, ni

B B A, en revanche l’indicateur de l’hypervolume indique IS,A = 0.41 et IS,B = 0.42

Pour utiliser cet indicateur, il est utile de normaliser les fonctions objectifs (par

exemple pour qu’elles varient sur [0, 1]) et de choisir la valeur de aref . L’indicateur de l’hy-

pervolume est ensuite normalisé par Saref (b), où b est un point qui domine l’ensemble des
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points du front A. Pour pouvoir comparer différentes performances, le point de référence

aref ainsi que le point b (nous avons choisi aref = 2.1 et b = 0 selon chaque objectif nor-

malisé) qui domine l’ensemble des points du front ont l’obligation d’être identiques pour

chacune des évaluations. L’indicateur de l’hypervolume représente donc le pourcentage de

l’aire (en deux dimensions) du rectangle de diagonale aref b dominé par le front de Pareto.

Sur la figure 6.3, l’aire dominée par le front A est inférieure à l’aire dominée par le front

B (IS,A = 0.41 et IS,B = 0.42).
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Chapitre 7
Application en calibration des moteurs

De nos jours, les constructeurs automobiles sont confrontés pour la mise au point des

moteurs à des contraintes de plus en plus fortes : consommer le moins possible, respecter

les normes de pollution en vigueur tout en répondant aux demandes du conducteur en

termes d’agrément de conduite et de puissance.

Avec le durcissement des normes et l’apparition de moteurs de plus en plus complexes,

le nombre de paramètres à régler a nettement augmenté, rendant impossible la calibra-

tion empirique par balayage des valeurs des différents paramètres aux bancs d’essai. Les

réponses du moteur sont maintenant modélisées à partir d’essais aux bancs moteur puis

optimisées suivant les différents objectifs. Pour atteindre simultanément ces objectifs sou-

vent antagonistes, le motoriste est intéressé par différents compromis afin de choisir au

mieux les réglages du moteur.

Dans ce chapitre, nous sommes intéressés par une approche multi-objectifs de ce

problème d’optimisation pour obtenir les différents compromis entre les objectifs : consom-

mation en carburant, émission de polluants et bruit. Nous avons choisi d’utiliser l’algo-

rithme évolutionnaire Multi-Objective - Covariance Matrix Adaptation - Evolution Stra-

tegy (MO-CMA-ES de Hansen, présenté dans le chapitre précédent).

Dans une première partie, le principe de la calibration des moteurs est présenté ainsi

que les problèmes de modélisation et d’optimisation associés. Le problème considéré sera

adapté dans une seconde partie afin de permettre l’application de la méthode d’optimi-

sation MO-CMA-ES sur le problème réel de la calibration moteur. Enfin, le moyen de

prendre en compte les contraintes dans la méthode MO-CMA-ES est explicité. Finale-

ment, la méthode MO-CMA-ES est appliquée sur le problème réel de calibration moteur.

1 Formulation du problème de calibration

La mise au point des moteurs pour chaque véhicule nécessite la mise en œuvre d’un

processus complexe et coûteux [154].
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1.1 La mise au point des moteurs

Depuis l’apparition vers la fin des années 80 des normes de pollution limitant les

émissions de certains polluants, le motoriste se doit de construire des moteurs respectant

ces normes, tout en continuant à en optimiser le rendement. Ce processus implique la

calibration de NV paramètres appelés réglages par la suite. Le travail réalisé a porté sur

la calibration de six réglages qui influent sur la consommation et la quantité de polluants

que le moteur émet en chaque point de fonctionnement considéré :

◦ l’avance à l’injection (AvPr) permet de fixer la phase entre le début de l’injection

de carburant et la position haute du piston dans le cylindre.

◦ la pression à l’injection (Prail) règle la pression du carburant, lors de son injection

dans le cylindre.

◦ les réglages de la pré-injection (débit : Tipil et phase : Qpil) permettent de faire

débuter la combustion de manière plus lente, en injectant une petite quantité de

carburant avant l’injection principale.

◦ le taux de recirculation des gaz (Qair) permet de définir le débit de gaz d’échap-

pement à ré-injecter dans le cylindre.

◦ le réglage du turbo à géométrie variable (Psural) permet de réguler la quantité d’air

injectée dans le cylindre.

1.1.1 Les objectifs

La calibration d’un moteur poursuit plusieurs objectifs, souvent antagonistes.

1.1.1.1 Minimiser la consommation

Pour des raisons évidentes, minimiser la consommation fait partie des premières exigences

du client. Il faut également noter que les normes de pollution sont durcies régulièrement

ce qui entrâıne des contraintes de plus en plus fortes sur la consommation des véhicules

afin de limiter les émissions de dioxyde de carbone qui ont un impact sur l’effet de serre.

1.1.1.2 Normes de pollution

Bien que les effets néfastes de la pollution automobile soient connus depuis longtemps,

ce n’est que récemment que des normes contraignantes ont été imposées. Ces normes

portent d’abord sur les polluants émis par le moteur lors de parcours prédéfinis. En

Europe, il existe cinq polluants concernés par ces normes : les oxydes de carbone (CO),

les hydrocarbures imbrûlés (HC), les oxydes d’azote (NOx), les particules (Part.) et les

Fumées (Fumée) (voir tableau 7.1). Les oxydes de carbone sont dus à une oxydation

incomplète du carburant durant la combustion et contribuent à l’augmentation de l’effet

de serre. Les hydrocarbures imbrûlés représentent tous les composés du carburant qui ne

sont pas totalement éliminés lors de la combustion. Les oxydes d’azote comprennent le

monoxyde et le dioxyde d’azote. Ils interviennent, avec les hydrocarbures imbrûlés, dans

la création de produits indésirables tels que l’ozone. Les particules comprennent les suies
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et les matières minérales présentes à l’échappement, qui peuvent devenir toxiques par leur

accumulation et leur taille. Les fumées représentent une des formes visibles des particules.

Table 7.1 – Normes de l’Union européenne pour les émissions des moteurs diesel lourds,

g/kWh (fumée en m−1)

CO HC NOx Part. Fumée

Euro 1 (1992) 4.5 1.1 8.0 0.612

Euro 2 (1996) 4.0 1.1 7.0 0.25

Euro 3 (2000) 2.1 0.66 5.0 0.10 0.8

Euro 4 (2005) 1.5 0.46 3.5 0.02 0.5

Euro 5 (2008) 1.5 0.46 2.0 0.02 0.5

Afin que le motoriste contrôle les émissions d’un véhicule à l’autre, il est nécessaire

d’imposer un protocole reproductible. Ce protocole détermine des cycles de conduite

représentant un parcours standard durant lequel la vitesse et l’accélération du véhicule

sont fixées, pour une bôıte de vitesse manuelle et des changements de rapport fixés (voir

figure ci-dessous 7.1). Ce cycle simule une utilisation caractéristique d’un véhicule sur

route plane et permet de mesurer les polluants émis lors du parcours.

Figure 7.1 – Exemple d’un cycle de conduite (cycle européen)

Les normes à respecter permettent de définir des contraintes sur certaines des émissions

polluantes du moteur. Des contraintes supplémentaires sont prises en compte par le mo-

toriste.

1.1.1.3 Autres contraintes

Pour l’agrément de conduite, des contraintes supplémentaires sont prises en compte par
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le motoriste. Une contrainte garantissant le confort des occupants du véhicule est de

limiter le bruit produit par le moteur. Afin de diminuer les à-coups lors de la conduite,

les variations de réglages sont limitées.

Plusieurs objectifs sont donc poursuivis par la mise au point des moteurs, minimiser la

consommation, respecter les normes de pollution, limiter le bruit produit par le moteur

et les variations de réglages. Afin d’y répondre, le motoriste dispose de plusieurs moyens

d’action.

1.1.2 Les moyens d’action

La poursuite de ces objectifs par le motoriste implique la calibration des réglages à sa dis-

position. Afin de régler ces paramètres, le motoriste dispose de plusieurs moyens d’essais,

appelés bancs moteur, lui permettant de mesurer les réponses d’un moteur, telles que sa

consommation en carburant, les émissions de polluants, le bruit généré...

1.1.2.1 Plan régime/charge

Le régime (tours/minute) représente la vitesse à laquelle tourne l’arbre moteur, et la

charge (bar) représente la force (ou couple) que le moteur exerce sur l’arbre, autrement

dit la force pour entrâıner le véhicule. Les points du plan régime/charge sont appelés

points de fonctionnement du moteur. Le plan régime/charge illustre donc la demande en

vitesse et en couple que doit fournir le moteur. Pour un type de véhicule donné (poids

du véhicule, pneumatiques, bôıte de vitesse,...), il est possible de transformer un cycle de

conduite associé aux normes de pollution, en une trajectoire dans le plan régime/charge.

Figure 7.2 – Représentation du cycle de conduite européen discrétisé dans le plan régime

/ charge
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Plus formellement pour un type de véhicule donné, il existe un modèle physique noté N

permettant de transformer une courbe de vitesse en fonction du temps en une trajectoire

dans le plan régime/charge (voir équation 7.1).

N : [0, T ]
N−→Dom

t−→ N(t) = (r(t), c(t))
(7.1)

où T (exprimé en secondes) désigne la durée du cycle de vitesse, Dom le domaine de

fonctionnement du moteur, et la courbe paramétrée N(t)0≤t≤T , la trajectoire dans le plan

régime/charge. La figure 7.2 représente le cycle de conduite européen pour un véhicule

donné dans le plan régime/charge. Les points représentent le domaine de fonctionnement

discrétisé du moteur (16 · 16 = 256 points au total).

Le plan régime/charge est utilisé pour définir les cartographies associées aux réglages

du contrôle moteur.

1.1.2.2 Cartographies

Le plan régime/charge permet de définir les cartographies. La figure 7.3 illustre une car-

tographie correspondant au réglage de la pression d’injection dans un moteur diesel.

Figure 7.3 – Exemple de cartographie associée au réglage de la pression d’injection dans

un moteur diesel
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En effet, les valeurs d’une même variable de contrôle moteur diffèrent suivant les

points de fonctionnement, le moteur ne devant pas y fournir un travail de même nature.

Ainsi, à chaque réglage ν (ν = 1, ..., NV ) du contrôle moteur (ex. : pression à l’injection),

est associée une fonction précisant les valeurs prises par le réglage sur le domaine de

fonctionnement du moteur. Cette fonction est appelée cartographie et est notée cartν .

cartν : Dom−→ R
(r, c)−→ cartν (r, c).

(7.2)

1.1.2.3 Moyens d’essai

Les réglages influent sur la consommation et la quantité de polluants que le moteur émet

en chaque point de fonctionnement. Pour une certaine valeur des réglages en un certain

point de fonctionnement, sont mesurés au banc moteur la consommation en carburant,

les émissions de polluant ainsi que le bruit généré par le moteur (voir figure 7.4). Ce test

expérimental est appelé essai. Il est à noter que les essais sont coûteux et, par conséquent,

le nombre de ceux-ci est en général limité.

Figure 7.4 – Schéma de banc moteur

1.1.3 Le problème d’optimisation des cartographies

Nous considérons le problème d’optimisation (P) qui consiste à optimiser les réglages

du moteur par rapport aux réponses de celui-ci tels que la consommation en carburant,

les émissions de polluants et le bruit généré par le moteur.

Soient f1, ..., fM , M objectifs,

f1, ..., fM :X = (Dom,F (Dom −→ R)NV ) −→R
x = (N(t), cart1(.), ..., cartNV (.))−→ f1(x), ..., fM(x)

définis par : fi(x) =
∫ T

0
Fi(N(t), cart1(N(t)), ..., cartNV (N(t)))dt, où T désigne la durée du

cycle de conduite, F (Dom −→ R)NV l’ensemble des applications définies sur le domaine

de fonctionnement du moteur et à valeurs dans R et f le vecteur des réponses du moteur

dont les expressions analytiques ne sont pas connues, et dont seulement un certain nombre

de valeurs sont obtenues au travers de mesures au banc moteur pour des réglages fixés.
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On considère le problème d’optimisation (P ) :

(P )
{

min f(x) = (f1(x), ..., fM(x)) (7.3)

La méthode utilisée pour résoudre le problème d’optimisation consiste, à partir de me-

sures obtenues au banc moteur, à construire des modèles approchés globaux des réponses

du moteur, c’est-à-dire des modèles définis sur le domaine de fonctionnement du moteur,

capables de prédire le comportement du moteur pour différentes valeurs des réglages. Ces

modèles seront ensuite utilisés pour l’optimisation des réglages.

1.1.3.1 Discrétisation de la trajectoire N(t) (cycle de vitesse)

Afin de résoudre numériquement les calculs des intégrales déterminant la fonction f à

optimiser, la trajectoire N(t) dans le plan régime/charge est discrétisée en l’ensemble

{(rp, cp)}1≤p≤NP .

Notons que les variables d’optimisation sont des fonctions définies sur le domaine

de fonctionnement du moteur puisque nous cherchons à optimiser les cartographies as-

sociées aux réglages. Après discrétisation, les variables d’optimisation forment l’ensemble

suivant {cartν(rp, cp), 1 ≤ ν ≤ NV, 0 ≤ p ≤ NP}. Le nombre de variables est égal au pro-

duit entre le nombre de réglages (NV ) et le nombre de points représentant le cycle (NP ).

L’intégrale déterminant la fonction objectif est discrétisée en une somme pondérée de

termes représentant chacun la consommation en carburant au voisinage de chaque point

de fonctionnement. Les coefficients {αp}1≤p≤NP sont les pondérations temporelles des

points de fonctionnement choisis pour la discrétisation de la trajectoire. Le problème

d’optimisation peut donc se réécrire sous la forme suivante :





min f(x) = (f1(x), ..., fM(x))

fi(x) =
NP∑

p=1

αip · Fip(cart1(Np), ..., cart
NV (Np))

(7.4)

où Fip désigne le modèle local de la ième réponse du moteur f au point de fonctionnement

Np = (rp, cp) (NP est limité à seize pour le cycle associé aux normes de dépollution eu-

ropéennes). Ici, contrairement à l’approche de la section 2.2 du chapitre 4, nous considérons

donc des modèles locaux à la place des modèles globaux.

1.1.3.2 Modélisation des réponses du moteur considérées

On appelle surface de réponse définie sur un domaine de variations des réglages, la
� réponse � du moteur calculée à partir de mesures au banc moteur.

yip = fi(Np, cart
1(Np), ..., cart

NV (Np)),∀p = 1, ...NP (7.5)

où Np représente le point de fonctionnement (rp, cp), et yip la ième réponse du moteur en

Np, pour le vecteur des réglages
(
cart1(Np), ..., cart

NV (Np)
)
. La fonction fi, donnant un

approximation de la mesure effectuée au banc moteur au point Np pour le vecteur des
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réglages
(
cart1(Np), ..., cart

NV (Np)
)

pour p = 1, ...NP constitue la surface de réponse du

moteur.

Après une phase préliminaire où les domaines de variation des réglages sont déterminés,

la méthode de modélisation utilisée se décompose selon les étapes suivantes :

(1) planification d’expériences (voir [23, 24])

Au cours de cette étape, il s’agit de répartir � au mieux � les valeurs des réglages

choisies pour réaliser les essais pour un nombre fixé d’essais. Afin de construire à

partir de ces données le modèle le plus précis, une technique classique est le plan

latin hypercube consistant à choisir au mieux les valeurs de réglages de façon à

explorer uniformément l’ensemble des valeurs admissibles par les réglages (plan de

type ”space filling”). Une autre technique utilisée est le plan D-optimal pour laquelle

une forme de modèle est postulée a priori.

(2) mesure des essais sur banc moteur

Les essais définis à l’étape précédente sont effectués au banc moteur.

(3) identification de modèles paramétriques

En chaque point de fonctionnement, un modèle paramétrique pour chaque réponse

du moteur considérée est déterminé à partir des mesures permettant de prédire

localement au point de fonctionnement la réponse du moteur.

La notation suivante est employée pour désigner les modèles paramétriques locaux :

Fip : Domdis −→ RNV

Np −→ fp(cart
1(xp), ..., cart

NV (xp))
(7.6)

où Domdis désigne l’ensemble des points de la trajectoire du cycle discrétisée, et fp le

modèle paramétrique local associé au point de fonctionnement Np.

Les réponses du moteur sont, dans la version actuelle, modélisées par des polynômes

de degré 2 ou 3.

Ensuite, une optimisation sur ces modèles est effectuée : cette étape consiste à optimi-

ser les réglages des moteurs aux points de fonctionnement choisis {Np}1≤p≤NP , selon les

objectifs définis, à partir des réponses modélisées à l’étape 3.

Nous pouvons noter que le nombre de variables d’optimisation dépend de NP , nombre

de points de discrétisation du cycle dans le plan régime/charge. Or, pour obtenir une

bonne approximation de l’intégrale, il faudrait choisir NP élevé, ce qui accrôıt le nombre

de variables à optimiser. Pour pallier cet inconvénient, les cartographies sont également

approchées par des modèles paramétriques.

1.1.3.3 Modélisation des cartographies par des modèles Chaque cartographie

cartν (pour ν = 1, ..., NV ) est approchée par un modèle. Ce modèle peut être de type

LOLIMOT (Local Linear Model Tree [154, 122, 111, 112]) ou par des modèles bilinéaires,

comme dans le chapitre 4 et [67]. Ces modèles sont caractérisés par un nombre important

de paramètres (150−300 paramètres pour les LOLIMOT, 20 paramètres pour les modèles

bilinéaires).

194



2. PRISE EN COMPTE DES CONTRAINTES DANS MOCMAES

1.1.3.4 Problème d’optimisation étudié

Le problème d’optimisation des cartographies étant complexe (nombre de variables de

l’ordre de 1000, pour NV = 6 cartographies LOLIMOT de 150 − 300 paramètres cha-

cune), l’optimisation multi-objectifs sera effectuée indépendamment en chaque point de

fonctionnement choisi : {Np}1≤p≤NP . Le problème de minimisation traité est alors le sui-

vant : {
min fp(x) = (f1p(x), ..., fMp(x))

fip(x) = Fip(cart1(Np), ..., cart
NV (Np))

(7.7)

où Fip désigne le modèle local de la ième réponse du moteur f au point de fonctionnement

Np = (rp, cp) et (cart1(Np), ..., cart
NV (Np)) sont les réglages au point de fonctionnement

Np étudié. Le nombre de variables d’optimisation est égal à NV .

2 Prise en compte des contraintes dans MOCMAES

Quelques notions permettant la prise en compte de contraintes pour les algorithmes

évolutionnaires sont présentées dans [119] et dans [151] pour l’optimisation multi-objectifs.

Une pénalisation adaptative pour les individus infaisables et rejetant seulement les indi-

vidus infaisables éloignés des bornes [19] pourrait également être testée. Tout comme un

algorithme génétique [57] lié à une technique Genocop III (Genetic Algorithm for Nume-

rical Optimization of Constrained Problems [120]) utilisant une technique de coévolution

permettant de faire évoluer deux populations parallèlement (une population comprenant

les individus qui vérifient les contraintes linéaires et l’autre comprenant les individus qui

vérifient toutes les contraintes).

Afin de prendre en compte les contraintes, nous avons pensé à pénaliser les fonctions

objectifs suivant les valeurs de non-respect de chaque contrainte.

{
min f(x)

g(x) ≤ b
⇐⇒





min Φλ(x) avec Φλ(x) = f(x) + λp(x)

p(x) =

{
0 si g(x) ≤ b

r(x) si g(x) > b

(7.8)

où λ est le poids de pénalisation et r(x) > 0 est une fonction de pénalisation. Les fonctions

f(x), Φλ(x), p(x) et r(x) sont à valeurs vectorielles.

La notion de domination-contrainte a été introduite pour enrichir la notion de domi-

nance dans les problèmes multi-objectifs contraints. La plupart des méthodes de résolution

de problèmes mono-objectif utilisent une approche basée sur l’attribution de pénalités en

fonction des contraintes violées. Mais cette approche a deux inconvénients :

· elle exige de fixer les règles de pénalité,

· elle ne fait pas la différence entre deux individus dont l’un viole des contraintes et

l’autre pas si le premier réalise une diminution importante de l’objectif par rapport

au second.

Une première définition de la domination-contrainte a été donnée par Jiménez et Verde-

gay [97]. Ils utilisent un tournoi à deux individus i et j. Si i donne une solution admissible

et j donne une solution non admissible, alors i est choisi. Si les deux individus donnent
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des solutions admissibles alors ils sont comparés avec un sous-ensemble d’individus choi-

sis aléatoirement. Si les individus donnent des solutions non admissibles, alors ils sont

comparés à un ensemble d’individus du même type. Le meilleur des deux, ou celui qui est

situé dans la plus petite niche, sera sélectionné.

Une autre définition a été proposée par Deb, Pratap et Meyarivan [42]. Une solution

i domine avec contrainte une solution j si un des cas suivants est réalisé :

• la solution i est admissible et la solution j ne l’est pas.

• les deux solutions i et j ne sont pas admissibles mais i a le plus petit total de niveau

de violations de contrainte.

• les deux solutions sont admissibles mais i domine j.

L’utilisation de cette notion exige que l’on puisse mesurer le niveau de violation de chaque

contrainte du problème.

Cette définition favorise énormément les solutions vérifiant toutes les contraintes (sur-

tout lorsque le nombre de contraintes est assez grand), c’est pourquoi nous avons pensé à

la remplacer par une pénalisation non continue permettant à terme de n’obtenir que des

solutions vérifiant toutes les contraintes.

Dans le rapport [109], les trois fonctions de pénalisation suivantes ont été comparées :

les pénalisations continues par les fonctions r(x) = x2 et r(x) = |x| des solutions ne

vérifiant pas les contraintes (où le poids de pénalisation λ est de 100) et une pénalisation

non continue (une pénalité de α est ajoutée au vecteur des fonctions objectifs pour chacune

des contraintes non vérifiées). On a alors le problème : φα(x) = f(x) +
∑NC

i=1 α × 1i, où

NC est le nombre de contraintes du problème et 1i vaut 1 si la i-ème contrainte n’est

pas vérifiée. On fixe le paramètre de pénalisation α à 100 dans le cadre de ces tests.

Ces comparaisons permettent de choisir la bonne technique de pénalisation pour certains

types de contraintes pour l’application réelle.

Ces comparaisons ont montré que l’utilisation d’une pénalisation non continue permet

d’obtenir des résultats tout aussi satisfaisants que l’utilisation de la pénalité égale à la

valeur absolue de l’écart à la contrainte. Mais la pénalisation non continue a l’avantage de

simplifier les réglages de ce poids de pénalisation. En effet, la pénalisation par l’écart aux

contraintes nécessite le réglage d’un poids de pénalisation pour chacune des contraintes.

C’est pourquoi, nous avons utilisé ces deux modes de prise en compte des contraintes.

Dans le paragraphe suivant, l’algorithme MO-CMA-ES est appliqué sur un cas réel de

la calibration moteur en deux points de fonctionnement.

3 Application du MO-CMA-ES sur un cas réel de

calibration de moteur

3.1 Présentation des résultats

Pour un nombre donné d’évaluations de la fonction, un tableau donne pour chaque

couple de fonctions soumis à des contraintes testé, la meilleure valeur d’indicateur de
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l’hypervolume obtenue.

En revanche, pour tester l’efficacité de la prise en compte des contraintes, on notera

le nombre moyen d’individus de la population des λMO individus de la dernière itération

de l’algorithme ne vérifiant pas les contraintes. Bien entendu, si les individus ne vérifient

pas chacune des contraintes, l’indicateur de l’hypervolume obtenu n’est pas représentatif

de la performance de l’algorithme.

3.2 Reformulation du problème

La mesure de l’hypervolume ayant été jugée plus efficace que la distance d’encombre-

ment par Hansen [85], nous utiliserons la relation ≺s,Q(g) pour sélectionner les individus

lors de chaque génération.

De plus, pour un nombre d’objectifs supérieur à deux, la complexité de calcul de cet

hypervolume, ainsi que le tri des individus de la population limitent l’application à la

minimisation de deux fonctions objectifs. Le problème formulé dans la section précédente

est soumis à de nombreuses contraintes linéaires ou non linéaires.

L’optimisation multi-objectifs sera effectuée en chaque point de fonctionnement choisi :

{Np}1≤p≤NP . Soit Vp = (cart1(Np), ..., cart
NV (Np)) ∈ RNV le vecteur des réglages au point

de fonctionnement Np étudié. Le problème de minimisation traité est donc :

min fp(Vp) = (f1p(Vp), f2p(Vp))

sous les contraintes :





pmin ≤ Vp ≤ pmax
A · Vp ≤ b


f1p(Vp)

...

fMp(Vp)


 <




c1p
...

cMp




(7.9)

où fip(Vp) = Fip(Vp). Le nombre de variables d’optimisation est égal à NV (voir section

1.1 et 1.1.3.4). Nous cherchons à minimiser simultanément deux objectifs f1 et f2 mais

le nombre d’objectifs est souvent supérieur à M . Les M − 2 autres objectifs sont traités

comme des contraintes à l’aide de la méthode des ε-contraintes (voir section 2.1.3 du

chapitre 5). Ces contraintes doivent être inférieures à des seuils fixés par la législation. Les

contraintes sur les 2 objectifs poursuivis nous permettent de n’obtenir que les compromis

qui respectent ces normes.

Nous avons trois types de contraintes :

• des contraintes avec dérivées sur les paramètres :

◦ contraintes de bornes : pmin ≤ Vp ≤ pmax, où pmin et pmax sont des vecteurs de

taille NV qui délimitent l’espace des paramètres.

◦ contraintes linéaires : A · Vp ≤ b qui sont des contraintes provenant du fonc-

tionnement du moteur, définissent des bornes sur les variations d’un paramètre
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dépendantes des autres paramètres. A est une matrice NCL×NV et b est un vec-

teur de taille NCL (NCL est le nombre de contraintes linéaires qui varie suivant le

point de fonctionnement optimisé).

• des contraintes sans dérivées sur les réponses : des contraintes sur les réponses sont

introduites, chaque réponse du moteur peut être contrainte à ne pas dépasser un

seuil : fip(Vp) < cip ∈ R, pour tout i ∈ {1, ...,M}. Ces contraintes non linéaires pro-

viennent des objectifs que l’on ne peut minimiser, mais aussi des objectifs minimisés

afin d’obtenir directement les compromis qui nous semblent intéressants.

Pour les points de fonctionnement étudiés, nous avons choisi d’optimiser suivant les

deux objectifs à minimiser :

• oxydes d’azote (NOx),

• particules et fumées (IOFCL),

car les points de fonctionnement que nous avons étudiés sont dans la partie du plan

régime/charge qui correspond au cycle de conduite européen en ville. En effet, en ville, la

réduction de l’émission de ces deux polluants est prioritaire (au détriment d’autres objec-

tifs comme la consommation). De plus, ces deux objectifs sont antagonistes, les compromis

sont donc difficiles à obtenir.

Le problème de calibration moteur formulé précédemment est étudié en deux points

de fonctionnement. Le critère d’arrêt pour chaque exécution est le nombre maximal

d’évaluations de la fonction coût que nous avons fixé à 100 × 1500. La population de

λMO = 100 individus générée par l’algorithme MO-CMA-ES évolue sur 1500 générations.

Nous présenterons nos résultats suivant la méthodologie présentée dans la section 3.1

précédente : la meilleure valeur de l’hypervolume obtenue ainsi que le nombre moyen

d’individus ne vérifiant pas chacune des contraintes à l’itération finale de l’algorithme.

Nous indiquerons également la moyenne et la variance de l’indicateur de l’hypervolume

des générations finales.

Les solutions ne vérifiant pas les contraintes sont pénalisées :

• soit par la valeur absolue de l’écart à la contrainte : φλ(x) = f(x) +
∑NC

i=1 λ |ri(x)|,
où ri(x) est l’écart à la i-ème contrainte et NC est le nombre de contraintes.

• Soit par l’ajout d’un terme α = 100 : φα(x) = f(x) +
∑NC

i=1 α × 1i, où NC est

le nombre de contraintes du problème et 1i vaut 1 si la i-ème contrainte n’est pas

vérifiée.

Les résultats obtenus seront ensuite comparés avec une méthode d’optimisation mono-

objectif locale utilisée classiquemement qui permet l’optimisation d’une fonction non

linéaire sous contraintes linéaires et/ou non linéaires (fmincon : méthode SQP de la

toolbox optimization de Mathworks). Ainsi, un tel algorithme peut donner une solution

correspondant à un minimum local très différent de l’optimum global. Pour multiplier

les chances d’obtenir ce minimum global, la méthode d’optimisation est lancée à partir

de plusieurs jeux de paramètres initiaux. Cette méthode ne permet que la minimisa-

tion mono-objectif, en revanche le nombre de contraintes est quelconque. Pour minimiser

plusieurs objectifs simultanément, nous avons recours à une somme pondérée des deux

objectifs (une méthode d’agrégation des deux objectifs visés, voir section 2.1.1 du chapitre

198



3. APPLICATION SUR UN CAS RÉEL DE CALIBRATION DE MOTEUR

5 sachant que les M − 2 autres sont introduits sous forme de contraintes), les poids étant

choisis en fonction de la variabilité des fonctions considérées sur le domaine de variation

des paramètres. Ainsi, si la fonction objectif normalisée par sa valeur moyenne n◦1 varie

plus sur le domaine que la fonction objectif normalisée n◦2, son poids associé sera plus fort,

le gain de minimisation étant potentiellement plus fort pour cet objectif. Cette méthode

n’est pas idéale, c’est pourquoi nous avons étudié une méthode dédiée à l’optimisation

multi-objectifs qui devrait permettre de trouver plusieurs optima associés aux différents

compromis entre les différentes fonctions objectifs.

La méthode actuelle a été utilisée pour obtenir l’optimum associé à différentes réponses

(voir figure 7.1) :

• les émissions de fumées et de particules (IOFCL),

• les émissions d’oxydes d’azote (NOx),

• les émissions de CO2, proportionnelles à la consommation de carburant (CO2),

• les émissions de fumées et d’oxydes d’azote (IOFCL+NOx).

Dans le cas étudié, le nombre de paramètres est NV = 6 et le nombre d’objectifs est

M = 6. Au premier point de fonctionnement étudié, le nombre de contraintes linéaires

avec dérivées est NCL = 2 alors qu’au second, NCL = 4.

3.3 Optimisation aux points de fonctionnement 1 750 tours/min

- 1 bar et 1 750 tours/min - 5 bar

Les solutions obtenues par MO-CMA-ES sont représentées dans l’espace des objectifs

aux points de fonctionnement 1 750 tours/min - 1 bar et 1 750 tours/min - 5 bar (voir

les figures 7.5 et 7.6). Ces solutions sont aussi intéressantes que les solutions obtenues

par la méthode classique. Mais nous obtenons de nombreux autres compromis entre les

objectifs visés. Nous pouvons également remarquer que l’optimum de la minimisation

de la consommation de carburant ne correspond pas aux minima selon les émissions de

particules et de fumées et de d’oxydes d’azote.
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Figure 7.5 – Front de Pareto de l’optimisation des réglages au point de fonctionnement

1 750 tours/min - 1 bar

Nous remarquons que la moyenne de la mesure de l’hypervolume est plus petite lorsque

la pénalisation est non continue que lorsque la pénalisation est continue, c’est-à-dire que

le front de Pareto obtenu est plus souvent meilleur (au sens de l’indice de l’hypervolume)

avec la pénalisation continue (voir tableau 7.2). Nous avons également pu remarquer

que les solutions dans l’espace des paramètres ne s’approchent pas autant des bornes

lorsque la pénalisation est non continue que lorsqu’elle est continue. En revanche, la valeur

maximale de l’indicateur de l’hypervolume est à peu près équivalente. La pénalisation non

continue a l’avantage par rapport à la pénalisation continue de n’obtenir que des solutions

vérifiant chacune des contraintes, mais davantage d’exécutions sont nécessaires pour avoir

le meilleur front possible. Nous avons envisagé l’utilisation d’une fonction de pénalisation

évolutive dépendante des générations : la pénalisation est effectuée de façon continue

tant que la génération 1 000 n’est pas atteinte, puis les parents de la génération 1 000 sont

évalués à nouveau et pénalisés de façon non continue, puis tous les individus sont pénalisés

de façon non continue (nous aurions pu également faire varier les poids de pénalisation

au cours des générations).

Les solutions ne vérifiant pas les contraintes sont donc pénalisées par

φλ(x) = f(x) +

{ ∑NC
i=1 λ |ri(x)| , si g < 1000∑NC
i=1 α× 1i , si g ≥ 1000

où NC est le nombre de contraintes du problème, g est la génération courante, ri(x) est
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l’écart à la i-ème contrainte et 1i vaut 1 si la i-ème contrainte n’est pas vérifiée.
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Figure 7.6 – Front de Pareto de l’optimisation des réglages au point de fonctionnement

1 750 tours/min - 5 bar

Table 7.2 – Résultats de l’optimisation aux points de fonctionnement 1 750-1 et 1 750-5.

La valeur maximale, moyenne et la variance de la mesure de l’hypervolume, ainsi que

le nombre maximum d’individu ne vérifiant pas les contraintes sont indiqués pour la

génération finale.
Cas réel pénalisation

λ = 1000 |x| λ = 10000 |x| α évolutive

1 750-1 Maximum 0.81012 0.810473 0.809222 0.8105

1 0 0 0

Moyenne 0.800199 0.802025 0.799236 0.8021

Variance 5.5× 10−5 4.2× 10−5 7.3× 10−5 4.3× 10−5

1 750-5 Maximum 0.247136 0.247972 0.248075 0.2485

1 0 0 0

Moyenne 0.234677 0.23793 0.218187 0.238

Variance 4.1× 10−4 2.1× 10−4 8.8× 10−4 2.2× 10−4

La moyenne d’indicateur de l’hypervolume est plus grande pour la méthode de péna-

lisation évolutive, ce qui nous permet d’obtenir en général un meilleur front de Pareto

pour chaque exécution et donc de réduire le nombre d’exécutions de l’algorithme. Pour
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une meilleure utilisation des résultats de chacune des exécutions, λMO individus sont

sélectionnés à l’aide du critère ≺s appliqué à l’union des populations finales de λMO indi-

vidus des 100 exécutions.

3.4 Optimisation aux points de fonctionnement 1 750 tours/min

- 1 bar et 1 750 tours/min - 5 bar avec robustesse

En plus des contraintes de bornes, des contraintes linéaires et non linéaires, des

contraintes de robustesse ont été ajoutées par le motoriste afin d’avoir une marge d’er-

reur lors de la calibration moteur. La dispersion des réglages est ainsi prise en compte

dans l’optimisation pour définir un voisinage autour de l’optimum, tous les points de ce

voisinage devant rester dans le domaine défini par les contraintes décrites dans la par-

tie précédente. Introduire la robustesse consiste à ajouter des contraintes un peu plus

fortes sur les paramètres : en effet elle réduit l’espace des paramètres admissibles pour

l’optimisation.

Table 7.3 – Résultats de l’optimisation aux points de fonctionnement 1 750-1 et 1 750-5

avec robustesse. La valeur maximale, moyenne et la variance de la mesure de l’hyper-

volume, ainsi que le nombre maximum d’individu ne vérifiant pas les contraintes sont

indiqués pour la génération finale.
Cas réel pénalisation

λ = 1000 |x| α évolutive

1 750-1 Maximum 0.756326 0.753175 0.7521

avec robustesse 1 0 0

Moyenne 0.726052 0.71429 0.7322

Variance 4.9× 10−4 7× 10−4 3.7× 10−4

1 750-5 Maximum 0.187367 0.188855 0.1885

avec robustesse 1 0 0

Moyenne 0.176629 0.173207 0.1806

Variance 2× 10−4 3× 10−4 9× 10−5

La méthode de pénalisation évolutive testée permet d’obtenir une meilleure moyenne

d’indicateur de l’hypervolume que la pénalisation continue ou non continue (cf. tableau

7.3) ce qui nous confirme les conclusions précedentes.
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Figure 7.7 – Front de Pareto de l’optimisation des réglages au point de fonctionnement

1 750 tours/min - 1 bar avec l’ajout de la contrainte de robustesse

Les solutions obtenues par MO-CMA-ES sont représentées dans l’espace des objectifs

aux points de fonctionnement 1 750 tours/min - 1 bar et 1 750 tours/min - 5 bar avec

robustesse (voir les figures 7.7 et 7.8). Nous obtenons également de nombreux compromis

entre les objectifs visés que nous ne pouvions obtenir par la méthode classique.

L’utilisation de la méthode MO-CMA-ES nous a permis de trouver une partie convexe

très intéressante pour les motoristes dans l’optimisation au point de fonctionnement 1 750

tours/min - 1 bar avec la prise en compte de la robustesse (flêche 1 sur la figure 7.7).

En effet, la partie convexe située au milieu du front constitue un très bon compromis

entre les deux objectifs de minimisation des émissions d’oxydes d’azote et des émissions

de particules et de fumées. En revanche, nous constatons qu’une des solutions trouvées

par la méthode classique (flêche 2 sur la figure 7.7) domine au sens de Pareto quelques

solutions du front de Pareto obtenu à l’aide du MO-CMA-ES dans le cas du point de

fonctionnement 1 750 tours/min - 1 bar avec robustesse, certainement dans une zone non

explorée par MO-CMA-ES.
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Figure 7.8 – Front de Pareto de l’optimisation des réglages au point de fonctionnement

1 750 tours/min - 5 bar avec l’ajout de la contrainte de robustesse

Les résultats obtenus aux points de fonctionnement 1 750 tours/min - 1 bar et 1 750

tours/min - 5 bar en prenant en compte la robustesse sont comparés dans la section

suivante à ceux obtenus à l’aide d’une méthode d’agrégation du problème à deux objectifs

sous contraintes traité.

3.5 Comparaison entre les résultats du MO-CMA-ES et une

méthode d’agrégation

Un problème multi-objectifs peut être approché par une fonction scalaire d’agrégation

linéaire de tous les objectifs : f(x) =
∑M

m=1 αm · fm(x) (voir section 2.1.1 du chapitre

5). Chaque poids des objectifs donne un sous-ensemble de solutions Pareto optimales ou

seulement une solution simple. Il est nécessaire de lancer plusieurs optimisations avec

différents poids pour obtenir le front de Pareto.

Pour approcher le problème d’optimisation multi-objectifs étudié, nous avons utilisé

une fonction d’agrégation linéaire des deux objectifs poursuivis (oxydes d’azote : NOx,

particules et fumées : IOFCL) sous les mêmes ε-contraintes que précédemment. L’optimi-

sation mono-objectif effectuée à l’aide de la méthode d’optimisation locale actuelle est :

β × fIOFCL + (1− β)× fNOx, où β ∈ [0, 1].

Nous avons effectué cette optimisation deux fois pour une centaine de valeurs de β

uniformément réparties sur [0, 1]. Une première fois en partant de points initiaux quel-

conques (en rose sur les figures 7.9 et 7.10), et une seconde fois en partant des points du
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front de Pareto obtenus à l’aide de l’optimisation multi-objectifs par MO-CMA-ES (en

cyan sur ces mêmes figures).
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Figure 7.9 – Front de Pareto de l’optimisation des réglages au point de fonctionnement

1 750 tours/min - 1 bar avec l’ajout de la contrainte de robustesse

Dans le cas de l’optimisation au point de fonctionnement 1 750 tours/min - 1 bar avec

robustesse, les solutions obtenues par la méthode d’agrégation du problème ne couvrent

que les parties convexes du front de Pareto obtenu par la méthode MO-CMA-ES, comme

nous l’attendions. Les deux méthodes semblent alors conduire à des résultats similaires

en considérant que les parties convexes sont les plus intéressantes pour le motoriste, mais

les quatre objectifs passés en contraintes intéressent également le motoriste. De plus une

trop forte variation des réglages dans le plan régime/charge peut donner des à-coups lors

de la conduite et nuire au confort des occupants du véhicule. Ainsi, une solution sur une

partie non convexe du front n’impliquant pas une trop forte variation des réglages dans

le plan régime/charge peut être choisie comme réglage si les réponses des quatre objectifs

passés en contraintes sont plus intéressantes que celle d’une solution d’une partie concave.

En revanche, nous constatons qu’une solution trouvée par la méthode d’agrégation du

problème (voir la flêche sur la figure 7.9), en partant des solutions du front de Pareto

obtenu à l’aide de l’optimisation multi-objectifs par MO-CMA-ES, domine au sens de

205



7. Application en calibration des moteurs

Pareto ces mêmes solutions du front de Pareto dans le cas du point de fonctionnement

1 750 tours/min - 1 bar avec robustesse. En effet, la méthode MO-CMA-ES n’avait pas

forcément totalement converger.

Dans le cas de l’optimisation au second point de fonctionnement 1 750 tours/min - 5

bar avec robustesse, la totalité du front est convexe, donc les solutions du front de Pareto

obtenues par les deux méthodes sont plus proches. Cependant, le critère de diversité utilisé

par le MO-CMA-ES permet d’obtenir une répartition uniforme des solutions du front de

Pareto.

3 4 5 6 7 8 9 10 11 12
4

5

6

7

8

9

10

11

12

IOFCL

N
O

x

1750−5

 

 

MO−CMA−ES
Fmin en IOFCL
Fmin en NOx
Fmin en IOFCL+NOx
Fmin en IOFCL+NOx avec des poids variants
Fmin en IOF+NOx en partant des points du front de Pareto avec des poids variants

Figure 7.10 – Front de Pareto de l’optimisation des réglages au point de fonctionnement

1 750 tours/min - 5 bar avec l’ajout de la contrainte de robustesse

Nous notons que les résultats obtenus par la méthode d’agrégation pour la centaine de

valeurs de β requiert 0.5× 106 évaluations de la fonction objectif, alors que l’algorithme

MO-CMA-ES requiert, lui, 1.5× 106.

4 Conclusions

L’utilisation d’un algorithme évolutionnaire multi-objectifs adapté à l’optimisation

sous contraintes nous a permis de trouver des compromis entre les deux objectifs anta-
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gonistes de minimisation des émissions d’oxydes d’azote et des émissions de fumées et

particules.

Une méthode de pénalisation évolutive est utilisée afin d’obtenir, à la génération fi-

nale, un front de Pareto intéressant pour chacune des exécutions effectuées et permettant

que chacune des solutions du front de Pareto de la génération finale vérifie toutes les

contraintes du problème. Cette méthode consiste à pénaliser les solutions ne vérifiant

pas les contraintes suivant leurs niveaux de violation de chaque contrainte du problème

jusqu’à une certaine génération, afin de s’approcher des bornes fixées par ces contraintes

dans l’espace des paramètres. Puis, à partir de la génération fixée, les solutions ne vérifiant

pas les contraintes sont pénalisées de façon discontinue (avec un paramètre adapté) afin

de n’avoir que des solutions vérifiant toutes les contraintes dans les solutions du front de

Pareto de la génération finale. Les solutions obtenues par cette méthode sont en moyenne

”meilleures” que celles obtenues par les autres systèmes de pénalisation, ce qui permet de

réduire le nombre d’exécutions de l’algorithme.

Les solutions que nous avons obtenues aux deux points de fonctionnement étudiés

forment de bons compromis qui n’avaient pas été trouvés par la méthode classique. Ces

solutions ont été comparées à celles obtenues à l’aide d’une méthode d’agrégation du

problème à deux objectifs sous contraintes en faisant varier les poids de pénalisation.

Les solutions obtenues par la méthode MO-CMA-ES et la méthode d’agrégation semblent

équivalentes sur les parties convexes du front de Pareto. Mais le motoriste peut être amené

à utiliser un réglage situé sur une partie concave du front de Pareto, obtenu par MO-CMA-

ES, afin de prendre en compte les quatre réponses du moteur que sont la consommation,

le bruit produit par le moteur, les émissions d’oxydes de carbone et d’hydrocarbures

imbrûlés. De plus, les variations de réglage dans le plan régime/charge sont prises en

compte par le motoriste et peuvent l’amener à utiliser un réglage situé sur une partie

concave du front de Pareto.

Cette méthode est nécessairement plus coûteuse en temps de calcul que la méthode

actuelle mais permet d’obtenir plusieurs compromis du problème posé et, ainsi, de vérifier

les objectifs visés.
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Au cours du chapitre 1 de la première partie de ce mémoire, différentes méthodes

d’optimisation de fonctions coûteuses sans dérivées ont été exposées. On distingue quatre

classes de méthodes d’optimisation sans dérivées : les méthodes de recherches directes

n’utilisant que les évaluations de la fonction objectif, f , pour diriger l’optimisation, les

métaheuristiques, les méthodes avec modèles de substitution et, enfin, les méthodes hy-

brides combinant certaines des catégories précédemment citées. Les méthodes directes et

métaheuristiques sont peu sensibles aux imprécisions du calcul de la fonction f mais sont

gourmandes en évaluation de f .

Les méthodes d’optimisation basées sur des modèles de substitution de la fonction

objectif, peu coûteux à évaluer, permettent de déterminer un point qui minimise la fonc-

tion à partir du modèle de substitution. Ce modèle est mis à jour pour être suffisamment

précis autour du point courant de l’optimisation. Un maximum d’informations concer-

nant la fonction est alors exploitable au cours de chaque itération, permettant de limiter

le nombre d’évaluations de la fonction coûteuse. La méthode SQA (Sequential Quadratic

Approximation, présentée au chapitre 3) est une solution originale apportée au problème

d’optimisation sans dérivées avec contraintes. Celle-ci appartient aux méthodes de région

de confiance basées sur des modèles de substitution approchant la fonction objectif lo-

calement (chapitre 2). La méthode SQA permet, de prendre en compte des contraintes

classiques, pour lesquelles les dérivées sont connues, mais également des contraintes sans

dérivées. Ces contraintes sans dérivées sont prises en compte à l’aide de modèles locaux

représentant chacune d’elles. Par ailleurs, une fonction de mérite avec des poids fixes

permet de comparer les différents itérés.

Présentés dans le chapitre 4, les résultats obtenus par la méthode SQA sur des bench-

marks d’optimisation sous contraintes sont très satisfaisants. Cette méthode permet de

limiter le nombre d’évaluations coûteuses du problème, comparativement à d’autres mé-

thodes d’optimisation sans dérivées sous contraintes. De plus, elle s’est révélée très efficace

sur un problème posé en ingénierie de réservoir, le problème, de moindres carrés, de ca-

lage d’historique sous contraintes de bornes, pour lequel le nombre de données à caler est

important.

Un autre résultat intéressant de la méthode SQA est sa capacité à traiter efficace-

ment des contraintes non linéaires sans dérivées. SQA a ainsi permis de résoudre un
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problème très complexe avec 68 contraintes sans dérivées et 124 paramètres, ainsi que deux

problèmes réels d’optimisation sans dérivées, sous contraintes sans dérivées, de manière

très performante : une approche permettant d’évaluer les incertitudes sur la prédiction de

production d’huile d’un champ pétrolier, ainsi qu’un problème de calibration de moteurs.

Dans la partie II du présent mémoire, nous illustrons l’efficacité de la méthode d’optimi-

sation multi-objectifs globale MO-CMA-ES (implémentée par Hansen).

Nous l’avons adaptée pour l’optimisation sous contraintes. Pour une application de

calibration de moteur multi-objectifs, la méthode MO-CMA-ES a permis d’obtenir de

nombreux compromis entre deux objectifs antagonistes. La méthode de prise en compte

des contraintes par pénalisation évolutive, a été appliquée avec succès sur cette application.

Perspectives

La méthode de prise en compte des contraintes dans la méthode SQA a démontré son

efficacité sur différentes applications. Néanmoins, l’étude de la mise à jour du poids de

pénalisation des contraintes sans dérivées dans la fonction de mérite reste à faire. Une

adaptation évolutive des différents poids de pénalisation des contraintes sans dérivées em-

pruntant les multiplicateurs de Lagrange obtenus lors de la résolution des sous-problèmes

(cf. section 4.4 du chapitre 3).

Une amélioration majeure pourrait être apportée à la méthode SQA présentée dans

la première partie de ce manuscrit en permettant que le nombre de points d’interpola-

tion du modèle quadratique utilisé pour optimiser la fonction objectif puisse évoluer au

cours des itérations. Ainsi l’optimisation commencerait avec la construction d’un modèle

linéaire (après n+ 1 évaluations). Wild, dans ces travaux, augmente le nombre de points

d’interpolation du modèle au cours des itérations jusqu’à la construction d’un modèle qua-

dratique complet. Le modèle est alors enrichie au cours des itérations grâce aux différentes

simulations de la méthode. Wild, lorsqu’une réduction de région de confiance est effectuée,

réduit le nombre de points d’interpolation pour n’utiliser que les informations locales de

courbures autour du point optimal. Lorsque le nombre de points devient important, la

méthode peut utiliser un modèle de régression quadratique.

Une troisième plus-value intéressante de notre méthode serait de pouvoir introduire

de l’information a priori sur la fonction objectif (par exemple pour le calage d’historique

[50, 49]). Les modèles quadratiques sous déterminés, présentés dans la section 2.2.3 du

chapitre 2, pourraient permettre de prendre en compte la structure creuse du gradient

et de la Hessienne de la fonction objectif. On pourrait alors résoudre de manière plus

performante des problèmes nécessitant l’optimisation de fonctions séparables (f(x1, x2) =

f1(x1) + f2(x2)). De façon analogue, certaines dérivées connues pourraient également être

prises en considération.

D’autre part, certains auteurs, Oeuvray [126] ou Wild, Regis et Shoemaker [178], pro-
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posent de remplacer le modèle de substitution quadratique par des modèles plus complexes

RBF pour une optimisation plus globale et une meilleure prise en compte du bruit sur

l’évaluation de la fonction objectif. Ces approches pourraient être étudiées afin d’en cerner

le potentiel sur nos applications. On pourrait également étudier les modèles de krigeage.

La principale difficulté serait la complexité du sous-problème d’optimisation à résoudre

(minimisation d’une fonction de type RBF ou krigeage dans la région de confiance sous

contraintes). On pourrait imaginer utiliser des modèles de substitution polynomiaux lo-

caux (d’ordre plus élevé que les modèles quadratiques) de la fonction objectif mis à jour

à chaque itération. La solution de la minimisation de ces modèles dans une région de

confiance peut être obtenue à l’aide des résultats de Lasserre [114, 115].

Enfin, on pourrait envisager de paralléliser la méthode SQA. En effet, après la phase

d’initialisation, les évaluations de la fonction objectif sont effectuées une à une par la

méthode SQA. La méthode pourrait tirer partie de l’évolution de plusieurs modèles de

la fonction (construits en parallèle), ayant différentes caractéristiques, au cours de l’algo-

rithme. Un réel progrès serait apporté au cours des itérations, provoqué par l’échange de

l’information de courbure, entre les différents modèles, leur permettant d’être mis à jour

plus précisément.

Pour l’optimisation multi-objectifs, il serait intéressant d’une part d’utiliser les amé-

liorations dans le calcul de la mesure d’hypervolume en trois dimensions apportées par

Fleischer [63] en vue de l’optimisation avec trois objectifs de l’application en calibration

des moteurs. D’autre part, différentes approches autres que MO-CMA-ES, existent et

pourraient être évaluées sur nos applications d’optimisation multi-objectifs : le NSGA II

de Deb [41] est un algorithme génétique multi-objectifs basé sur le principe de Pareto,

tout comme le MO-CMA-ES, qui utilise également la sélection par non dominance et la

crowding-distance (voir paragraphe 1.2.1 du chapitre 6), l’approche géométrique NBI de

Dennis [45] qui vise à reconstruire le front de Pareto par des minimisations particulières

à l’aide d’une méthode d’optimisation non linéaire différentiable. Dans ce domaine, une

étude multi-objectifs sous contraintes sur deux applications réelles de l’automobile a été

effectuée par Roudenko à l’aide du NSGA II [151].
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Annexe A
Profils de performances et profils de données

Pour comparer de façon synthétique différents optimiseurs sur une série de problèmes,

nous utilisons des outils adaptés comme les profils de performances et de données [121].

Les profils de performances permettent de comparer sur de nombreux problèmes tests

les performances obtenues par différents algorithmes d’optimisation. Soit P l’ensemble

des problèmes, S l’ensemble des solveurs d’optimisation et T le test de convergence. Les

profils de performances sont définis par une mesure de performances tp,s obtenue pour

p ∈ P et s ∈ S, cette mesure peut être le nombre d’évaluations de la fonction objectif f

nécessaire pour atteindre une certaine précision sur celle-ci. Pour chaque paire (p, s) de

problème p et de solveur s, le rapport de performance est défini par

rp,s =
tp,s

min{tp,s|1 ≤ s ≤ |S|} ,

où |S| est le cardinal de S. Dans le cas particulier où le solveur s ne parvient pas à

satisfaire le test de convergence sur le problème p, la convention rp,s =∞ est utilisée.

Le profil de performances d’un solveur s est défini comme la fonction de distribution

du rapport de performance,

ps(α) =
1

|P|size{p ∈ P|rp,s ≤ α}.

La valeur ps(α = 1) est la fraction de problèmes pour lesquels le solveur s ∈ S est le

plus rapide. Pour α suffisamment grand, ps(α) est la fraction de problèmes résolus par

s ∈ S. En comparant ces valeurs pour les différents solveurs, nous pouvons savoir lequel est

le plus rapide et le plus robuste (celui qui parvient à résoudre le plus de problèmes pour α

grand). La comparaison des valeurs de α prises par les différents profils de performances

pour un même pourcentage de problèmes permet de savoir quel est le solveur le plus

efficace pour résoudre ce pourcentage de problèmes.

Le test de convergence utilisé pour l’optimisation sans dérivée de fonction coûteuse à

évaluer ne dépend pas des gradients, et peut s’écrire :

f(x∗) ≤ fL + τ(f(x0)− fL), (A.1)
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où τ > 0 est une tolérance, x0 est le point de départ du problème, et fL est calculée pour

chaque problème p ∈ P comme la plus petite valeur de f obtenue par tous les solveurs en

un nombre d’évaluations maximum fixé (c’est une estimation de f à la solution, le nombre

d’évaluations maximum est donc important). Ce test de convergence s’écrit également :

f(x0)− f(x∗) ≥ (1− τ)(f(x0)− fL), (A.2)

ce qui signifie que la réduction f(x0) − f(x∗) réalisée par x∗ est supérieure à un facteur

(1− τ) de la meilleure réduction possible f(x0)− fL.

La tolérance τ ∈ [0, 1] dans (A.1) représente un pourcentage de réduction de la valeur

f(x0) de départ après un nombre d’évaluations donné.

Les profils de performances fournissent une vue précise sur les performances des sol-

veurs les uns par rapport aux autres en un nombre d’évaluations de fonction donné. Par

contre, ils ne fournissent pas suffisamment d’informations pour les problèmes d’optimisa-

tion de fonctions coûteuses.

Les profils de données permettent d’illustrer la performance d’un solveur en fonction

du nombre d’évaluations de la fonction, et ainsi de choisir le solveur permettant d’utiliser

au mieux un budget d’évaluations fixé afin d’atteindre la réduction de la fonction objectif

voulue. Soit tp,s le nombre d’évaluations de la fonction requis pour satisfaire (A.1) pour

une tolérance τ donnée. Le profil de données d’un solveur s est défini comme la fonction

de distribution de tp,s
np+1

,

ds(α) =
1

|P|size{p ∈ P|
tp,s

np + 1
≤ α}, (A.3)

est le pourcentage de problèmes qui peuvent être résolus (pour une tolérance τ) avec

α évaluations de la fonction. np est le nombre de variables du problème d’optimisation

p ∈ P , ce qui permet de rendre la mesure de performance indépendante de la dimension de

chaque problème. ds(k) correspond au pourcentage de problèmes qui peuvent être résolus

avec l’équivalent de k estimations de gradient par différences finies (qui nécessite np + 1

évaluations de la fonction). Une limite sur le total d’évaluations de fonction est également

fixée, et tp,s = ∞ si le test de convergence (A.1) n’est pas vérifié lors de la dernière

évaluation permise.

Les profils de données fournissent le nombre d’évaluations requis pour résoudre tous

les problèmes pour chaque solveur. De plus, nous remarquons que le profil de données

d’un solveur s ∈ S, contrairement au profil de performances, est indépendant des autres

solveurs.

Pour des exemples de profils de performances et de données, le lecteur pourra se référer

aux résultats de la section 1 du chapitre 4 et à l’annexe F.
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Annexe B
Méthode d’optimisation classique

Méthode de Quasi-Newton

La méthode de Quasi-Newton [125] la plus populaire est la méthode Broyden-Fletcher-

Goldfarb-Shanno (BFGS). Celle-ci consiste à construire un modèle quadratique tangent de

la fonction objectif f à l’itération courante xk : mk(p) = fk+∇fTk p+ 1
2
pTBkp, où Bk est une

approximation symétrique semi-définie positive de la Hessienne de f . Le pas de descente

est alors xk+1 = xk − αkB−1
k ∇f(xk) avec αk la taille du pas choisi de manière à satisfaire

les conditions de Armijo ou Wolfe et B−1
k une approximation de l’inverse de la Hessienne

de f symétrique semi-définie positive qui peut être mise à jour à partir des formules BFGS.

En effet, la méthode de BFGS permet de construire une approximation de l’inverse de

la matrice Hessienne de la fonction à optimiser : à la place de calculer B−1
k à chaque

itération, une simple mise à jour de celle-ci afin de prendre en compte la courbure mesurée

lors de la dernière itération est effectuée. La mise à jour de l’approximation B−1
k+1 doit être

symétrique semi-définie positive et doit vérifier l’équation sécante : B−1
k+1(∇fk+1−∇fk) =

xk+1−xk. Mais afin de déterminer B−1
k+1 de manière unique, une condition supplémentaire

de proximité de B−1
k est formulée :

min
B−1
‖B−1 −B−1

k ‖ (B.1)

sous les contraintes

B−1 = (B−1)T , B−1(∇fk+1 −∇fk) = xk+1 − xk. (B.2)

La norme utilisée est la norme de Frobenius pondérée ‖A‖W = ‖W 1/2AW 1/2‖F , où ‖ · ‖F
représente la norme de Frobenius :

‖A‖F = {
n∑

i=1

n∑

j=1

A2
ij}1/2, A ∈ Rn×n. (B.3)

L’unique solution Hk+1 vérifiant B.1 sous les contraintes B.2 est donnée par :

B−1
k+1 = (I − ρkskyTk )B−1

k (I − ρkyksTk ) + ρksks
T
k , (B.4)

où ρk = 1/(yTk sk), sk = xk+1 − xk et yk = ∇fk+1 −∇fk.
Cette formule est connue sous le nom de formule BFGS.
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Annexe C
Optimisation avec contraintes : résultats

généraux

Dans cette annexe, nous reprenons les principales définitions et résultats de l’optimi-

sation sous contraintes puis les principales méthodes pour résoudre ce type de problème

(pour plus de détéails voir [64], [65], [125],[71] et [17]).

1 Problème d’optimisation sous contraintes d’égalité

et d’inégalité

1.1 Formulation du problème

Considérons le problème d’optimisation

(P )





min
x
f(x)

ci(x) = 0, i ∈ E
ci(x) ≤ 0, i ∈ I,

(C.1)

dans lequel on minimise une fonction f : Ω 7→ R (avec Ω un ouvert de Rn) et où E et

I forment une partition de {1, ...,m} (E ∪ I = {1, ...,m} et E ∩ I = ∅). Les contraintes

sont définies par la fonction c : Rn 7→ Rm. Si v ∈ Rm, on note vE (resp. vI) le vecteur de

R|E| (resp. R|I|) formé des composantes vi de v avec i ∈ E (resp. i ∈ I). De même, on

notera cE (resp. cI) la fonction définissant les contraintes d’égalité (resp. les contraintes

d’inégalité).

Définition 1.1 On appelle ensemble admissible du problème (P ), l’ensemble X
défini par

X := {x ∈ Ω : cE(x) = 0, cI(x) ≤ 0}.

Définition 1.2 On appelle minimum (global) de (P ) tout point x∗ ∈ X vérifiant

f(x∗) ≤ f(x), ∀x ∈ X .

215



C. Optimisation avec contraintes : résultats généraux

Définition 1.3 On dit que x∗ ∈ X est un minimum local de (P ) s’il existe un voisi-

nage V de x∗ tel que

f(x∗) ≤ f(x), ∀x ∈ X ∩ V.

Définition 1.4 On dit que ci (i ∈ I) est active en x si ci(x) = 0. On note

I0(x) := {i ∈ I : ci(x) = 0}

l’ensemble des indices des contraintes d’inégalité actives en x, on note également I0
∗ :=

I0(x∗).

Définition 1.5 On dit qu’un problème d’optimisation est convexe si sa fonction

coût et ses contraintes d’inégalité sont convexes et si ses contraintes d’égalité sont li-

néaires.

1.2 Conditions nécessaires d’optimalité du premier ordre de

Karush-Kuhn-Tucker

Les conditions nécessaires d’optimalité du problème d’optimisation (P ) sont une réu-

nion d’équations et/ou d’inéquations et/ou de propriétés que vérifient les solutions de

(P ). On parle de conditions du premier ordre lorsque celles-ci ne font intervenir que les

dérivées premières de f et de c. Avant de donner les conditions d’optimalité du problème

C.1, on donne quelques définitions utiles par la suite.

Définition 1.6 On dit que d ∈ Rn est tangent à X en x s’il existe une suite {dk} ⊂ Rn

et une suite {tk} ⊂ R∗+ = {t ∈ R : t > 0} telles que

dk → d, tk → 0, x+ tkdk ∈ X .

On note TxX l’ensemble des vecteurs tangents à X en x et on l’appelle le cône tangent.

Définition 1.7 On appelle cône linéarisant T ′xX de X en x l’ensemble

T ′xX := {d ∈ Rn : c′E(x) · d = 0, c′I0(x)(x) · d ≤ 0}.

Définition 1.8 On dit que les contraintes sont qualifiées en x ∈ X si

TxX = T ′xX . (QC)

Définition 1.9 On dit que les contraintes vérifient la condition de qualification

(QC-A) en x ∈ Rn lorsque cE∪I0(x) est affine dans un voisinage de x

Les propositions 1.10 et 1.11 sont reprises des propositions 3.25 et 3.21 de [71].

Proposition 1.10 Soit x vérifiant les contraintes de (P ). Supposons que cE∪I0(x) sont

dérivables en x et que cI\I0(x) est continu en x. Si la condition de qualification des

contraintes (QC-A) est satisfaite en x alors les contraintes sont qualifiées en x.
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1. PROBLÈME D’OPTIMISATION SOUS CONTRAINTES

Théorème 1.11 Soit x∗ un minimum local de (P ), supposons que f et cE∪I0∗ sont déri-

vables en x∗ et que les contraintes soient qualifiées en x∗. Alors, il existe un multiplicateur

λ∗ ∈ Rm tel que l’on ait

(KKT )





(a) ∇f(x∗) + A(x∗)>λ∗ = 0

(b) cE(x∗) = 0, cI(x∗) ≤ 0

(c) (λ∗)I ≥ 0

(d) (λ∗)>I cI(x∗) = 0,

(C.2)

où ∇ représente le gradient associé au produit scalaire euclidien, et où A(x) est la matrice

jacobienne de c en x (A(x) = ∇c(x)>)

Quelques remarques sur le système d’optimalité du théorème 1.11

1. Le système (C.2) est connu sous le nom de conditions de Karush, Kuhn et Tucker

ou (KKT ).

2. L’équation (a) peut aussi s’écrire

∇xL(P )(x∗, λ∗) = 0,

avec L(P ) le lagrangien associé au problème (P ) :

L(P )(x, λ) = f(x) + λ>c(x). (C.3)

3. Le vecteur λ∗ constitué des multiplicateurs de Lagrange associés aux contraintes c

et à la solution x∗.

4. Un couple (x∗, λ∗) vérifiant (C.2) est appelé solution primale-duale de (P ) : x∗ est

la solution primale et λ∗ la solution duale.

5. Un point x∗ pour lequel il existe λ∗ ∈ Rm tel que (C.2) est vérifiée est dit station-

naire.

6. Dans la condition (b), on reconnâıt la condition d’admissibilité des contraintes en

x∗ (x∗ ∈ X ).

7. Les conditions (c) et (d) concernent uniquement les contraintes d’inégalité. La

condition (c) est la condition de signe constant des multiplicateurs et la condi-

tion (d) s’appelle la condition de complémentarité. La condition (d) peut aussi se

reformuler composante par composante (en notant que l’on a à la fois (λ∗)I ≥ 0 et

cI(x∗) ≤ 0) :

(λ∗)ici(x∗) = 0, ∀i ∈ I.
Cette dernière expression implique que le multiplicateur correspondant à une con-

trainte inactive est nul :

ci(x∗) < 0 =⇒ (λ∗)i = 0.
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Définition 1.12 On dit que la condition de complémentarité stricte est satis-

faite en une solution primale-duale (x∗, λ∗) de (P ) lorsque ∀i ∈ I :

ci(x∗) < 0 ⇐⇒ (λ∗)i = 0.

Voici ci-dessous une condition suffisante d’optimalité du premier ordre reprise de la

proposition 3.22 de [71].

Proposition 1.13 Considérons le problème (P ) et supposons que ce problème est convexe

(voir définition 1.5). Soit x∗ un point vérifiant les contraintes de (P ). Si f et c sont

dérivables en x∗ et s’il existe λ∗ ∈ Rm tel que les conditions de KKT (C.2) soient vérifiées,

alors x∗ est un minimum global de (P ).

2 Méthodes de pénalisation

Historiquement, les méthodes de pénalisation sont les toutes premières méthodes de

résolution du problème (P ). Elle consiste à transformer un problème d’optimisation avec

contraintes en un problème (ou une suite de problèmes) d’optimisation sans contrainte.

Les différentes méthodes de pénalisation suivent généralement le principe suivant : le

problème original (PEI) est remplacé par un ou des problèmes sans contrainte de la forme

(P̃σ) : min
x

Θσ(x),

où

Θσ(x) := f(x) + σp(x),

est la fonction de pénalisation, p est la fonction pénalisant les contraintes et σ > 0 est le

facteur de pénalisation. On observe que les contraintes de (P ) ont été remplacées par le

terme additionnel σp(x) à minimiser dans la fonction objectif de (P̃σ). L’une des questions

essentielles est de savoir si en résolvant (P̃σ) on résout bien (P ). La réponse à cette question

dépend du choix de la fonction p et du facteur de pénalisation σ, et conduit à la notion

de pénalisation exacte :

Définition 2.1 On dit que Θσ est une fonction de pénalisation exacte en un mi-

nimum local x∗ de (P ) si x∗ est un minimum local de Θσ.

Parmi les différentes méthodes de pénalisation on distingue 2 grandes sous-classes de

méthodes :

* méthodes de pénalisation extérieure,

* méthodes de pénalisation intérieure.

Dans les méthodes de pénalisation extérieure la fonction p pénalise la violation des

contraintes. Elle doit respecter les propriétés suivantes :




(i) p est continue sur Rn

(ii) p(x) ≥ 0, ∀x ∈ Rn

(iii) p(x) = 0⇐⇒ x ∈ X .
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2. MÉTHODES DE PÉNALISATION

Un exemple simple et intuitif de fonction de pénalisation extérieure est la fonction de

pénalisation quadratique des contraintes (fonction utilisée par [37]). Cette fonction qui

est à la base des méthodes de lagrangien augmenté (LA) (voir [43]) s’écrit :

Θσ(x) = f(x) +
1

2σ
(||cE(x)||22 + ||cI(x)+||22), (C.4)

où (v+)i = max(vi, 0). La méthode de pénalisation consiste alors à minimiser la fonction

Θσ précédente pour une suite décroissante de valeurs de σ jusqu’à ce que les conditions

d’optimalité de (P ) (équation (C.2)) soient respectées à une précision donnée. Le talon

d’Achille de cette méthode est que la minimisation de la fonction Θσ est de plus en plus

difficile à effectuer lorsque σ diminue. Le mauvais conditionnement du Hessien ∇2
xxΘσ

proche de la solution de (P ) est la source de cette difficulté. La méthode du lagrangien

augmenté, construite sur les bases de la pénalisation quadratique (voir section [43]), per-

met en général d’obtenir de meilleurs résultats en éliminant ce mauvais conditionnement.

Dans les méthodes de pénalisation intérieure la fonction p pénalise l’abord de la

frontière du domaine admissible. Elle doit respecter les propriétés suivantes : (on note

X 0 l’intérieur de X , ∂X la frontière de X et on suppose que X 0 6= ∅)




(i) p est continue sur X 0

(ii) p(x) ≥ 0, ∀x ∈ X 0

(iii) p(x)→ +∞, quand x ∈ X 0 → ∂X .

On parle aussi de méthodes (resp. fonction) “barrière” pour évoquer les méthodes (resp.

fonction) de pénalisation intérieure : la condition (iii) crée une barrière au bord de l’en-

semble admissible rendant les solutions de (P̃σ) admissibles (ces solutions restent dans

X 0). L’une des méthodes de pénalisation intérieure les plus connues est la pénalisation

logarithmique (les méthodes de pénalisation logarithmique remontent à [70] et [62]) qui

est à la base des algorithmes de points intérieurs (voir section [43]). Pour les contraintes

d’inégalité seulement, cette fonction s’écrit :

Θσ(x) = f(x)− σ
∑

i∈I
log(−ci(x)) (C.5)

La méthode de pénalisation consiste alors à minimiser la fonction Θσ précédente pour

une suite décroissante de valeurs de σ jusqu’à ce que les conditions d’optimalité de (P )

(équation (C.2)) soient respectées à une précision donnée. Similairement au cas de la

pénalisation quadratique, la minimisation de la fonction Θσ est de plus en plus difficile à

effectuer lorsque σ diminue : le mauvais conditionnement du Hessien ∇2
xxΘσ proche de la

solution de (P ) en est la cause. Afin de prendre aussi en compte les contraintes d’égalité

de (P ), on peut utiliser la fonction de pénalisation mixte suivante :

Θσ(x) = f(x) +
1

2σ
||cE(x)||22 − σ

∑

i∈I
log(−ci(x)). (C.6)

Cette fonction combine les techniques de pénalisation quadratique et logarithmique : les

contraintes d’égalité de (P ) sont pénalisées par la fonction de pénalisation quadratique
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(fonction (C.4)), alors que les contraintes d’inégalité sont pénalisées par la fonction de

pénalisation logarithmique (fonction (C.5)). Les propriétés de convergence de la méthode

de pénalisation avec cette fonction mixte ont été présentées dans [76].

3 Méthode de programmation quadratique succes-

sive

On trouve les premières traces de la méthode SQP dans [180]. Cependant, il faut at-

tendre le milieu des années 70 pour voir le développement de cette méthode (voir [127],

[83], [84], [132], [130], [131]). Dans cette section, on décrit la méthode de programma-

tion quadratique successive (SQP : ”Sequential Quadratic Programming”) appliquée à la

minimisation du problème (P ). S’apparentant aux algorithmes newtoniens, la méthode

SQP est actuellement l’une des méthodes les plus efficaces pour résoudre les problèmes

d’optimisation non linéaire. Elle consiste à transformer la résolution d’un problème d’op-

timisation non linéaire en la résolution d’une suite de problèmes d’optimisation quadra-

tiques. Ceux-ci sont obtenus par linéarisation des conditions d’optimalité (C.2) au point

(xk, λk) courant. Le système d’optimalité linéarisé a pour inconnues le déplacement (d, µ)

à apporter à (xk, λk) :




Mkd+ A>kµ = −∇xLk

(ck)E + (Ak)Ed = 0, (ck)I + (Ak)Id ≤ 0

(λk + µ)I ≥ 0

(λk + µ)>I (ck)I + (λk)
>
I (Ak)Id = 0,

(C.7)

avec les notations ck := c(xk) ((ck)E := cE(xk) et (ck)I := cI(xk)), Ak = c′(xk) la ma-

trice jacobienne de c, ∇xLk := ∇xL(P )(xk, λk) et Mk := ∇2
xxL(P )(xk, λk) le Hessien du

lagrangien en (xk, λk). On peut obtenir à partir du système (C.7) un problème plus faci-

lement résoluble en ajoutant le terme (µ)>I (Ak)Id dans la dernière équation (ce terme est

négligeable lorsque le déplacement (d, µ) est petit, ce qui est le cas lorsque (xk, λk) est

proche d’une solution de (P )). Sur ce système linéarisé modifié, on réalise le changement

de variable λQP := λk + µ, ce qui nous donne :




Mkd+ A>kλ
QP = −∇fk

(ck)E + (Ak)Ed = 0, (ck)I + (Ak)Id ≤ 0

(λQP )I ≥ 0

(λQP )>I ((ck)I + (Ak)Id) = 0,

(C.8)

où ∇fk = ∇f(xk) est le gradient de f en xk. On peut facilement vérifier que le système

( C.8) est le système d’optimalité du problème quadratique suivant :




mind∇f(xk)
>d+ 1

2
d>Mkd

cE(xk) + (Ak)Ed = 0

cI(xk) + (Ak)Id ≤ 0.

(C.9)
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3. MÉTHODE DE PROGRAMMATION QUADRATIQUE SUCCESSIVE

Le problème quadratique (C.9) s’obtient facilement à partir du problème initial (P ).

Remarques 3.1

1. Les contraintes de (C.9) s’obtiennent en linéarisant les contraintes de (P ) en xk.

2. La fonction objectif de (C.9) est hybride, avec le gradient de f pour la partie linéaire

et le Hessien du lagrangien pour la partie quadratique.

3. Rappelons que le lagrangien de (P ) s’écrit

L(P )(x, λ) = f(x) + λ>c(x).

La matrice Mk est égale au Hessien du Lagrangien c’est à dire :

Mk = ∇2
xxf(x) + λ>∇2

xxc(x).

On remarque dans cette dernière équation que le calcul de Mk fait intervenir deux

termes différents qui sont le Hessien de f et la courbure des contraintes. Une

conséquence directe de cette observation est que dans le cas de contraintes linéaires

(∇2
xxc(x) = 0) le Hessien du lagrangien est égal au Hessien de f .

Définition 3.2 Le problème d’optimisation (C.9) est appelé Problème Quadratique

Tangent (PQT) de (P ) en xk.

La méthode SQP consiste alors à produire une suite de points {(xk, λk)} qui converge

vers une solution primale-duale (x∗, λ∗) de (P ). En chaque point (xk, λk), on recherche

une solution primale-duale (dk, λ
QP
k ) du problème quadratique tangent (C.9). Une fois

cette solution obtenue il ne reste plus qu’à calculer le nouveau point (xk+1, λk+1) par :

xk+1 = xk + dk et λk+1 = λQPk .

Plus généralement, on parlera de méthode SQP lorsque la matriceMk (Mk ≈ ∇2
xxL(P )(xk, λk))

définie dans le PQT (C.9) est seulement une approximation du Hessien du lagrangien.

Ainsi, Mk, généralement une matrice symétrique (semi) définie positive. On peut utiliser

l’algorithme SQP local C.1 pour résoudre (P ).

Nous noterons que la résolution de (C.8) est l’étape coûteuse de l’algorithme SQP.

Ainsi, il est important de pouvoir résoudre ce problème en un temps raisonnable pour

valider le choix de l’utilisation de la méthode SQP par rapport aux autres méthodes

envisageables (méthode de pénalisation, méthode de Points Intérieurs).

Le théorème suivant, repris du théorème 13.2 de [17], donne un résultat standard de

convergence locale de la méthode SQP.

Théorème 3.3 Supposons que f et c sont de classe C2 dans un voisinage d’un point sta-

tionnaire x∗ de (P ) avec λ∗ un multiplicateur de Lagrange associé. Supposons aussi que la

condition de complémentarité stricte est vérifiée (voir définition 1.12) et que (x∗, (λ∗)E∪I∗0 )
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C. Optimisation avec contraintes : résultats généraux

Algorithme C.1 Algorithme SQP local

· Initialisation : Un itéré initial est donné : (x1, λ1). k = 1. Calculer c(x1), ∇f(x1) et

A(x1).

· Tant que (C.2) n’est pas satisfaite

(1) Calculer Mk et trouver une solution primale-duale de (C.9), i.e., une solution

(dk, λ
QP
k ) de (C.8).

(2) Calculer le nouveau point :

xk+1 = xk + dk et λk+1 = λQPk .

(3) Calculer c(xk), ∇f(xk) et A(xk).

(4) Accrôıtre k de 1 : k := k + 1.

est un point stationnaire régulier (voir remarque 1. de 3.4) du problème avec contraintes

d’égalité

(PE∪I∗0 )

{
minx f(x)

ci(x) = 0, i ∈ E ∪ I0
∗ ,

(C.10)

Considérons l’algorithme SQP local (voir algorithme C.1), dans lequel dk est un point

stationnaire de norme minimale du problème quadratique tangent (C.9). Alors, il existe

un voisinage V de (x∗, λ∗) tel que, si le premier itéré (x1, λ1) ∈ V :

(i) l’algorithme SQP local est bien défini et il génère une suite {(xk, λk)} qui converge

superlinéairement vers (x∗, λ∗) ;

(ii) les contraintes actives du problème quadratique tangent (C.9) sont celles du pro-

blème (P ) ;

(iii) si, en plus, f et c sont de classe C2,1 dans un voisinage de x∗, la convergence de

{(xk, λk)} est quadratique.

Remarques 3.4

1. Soit K la matrice définie par

K :=

(
(LE∪I∗0 )∗ (AE∪I∗0 )>∗
(AE∪I∗0 )∗ 0

)
,

où (AE∪I∗0 )∗ = (cE∪I∗0 )′(x∗) et (LE∪I∗0 )∗ = ∇2
xxL(PE∪I∗0

)(x∗, λ∗). Un point stationnaire

de (C.10) est dit régulier si K n’est pas singulière (voir proposition 12.1 et définition

12.2 de [17]).

2. La propriété (ii) du théorème 3.3 est connue sous le nom de propriété d’identi-

fication finie des contraintes actives de l’algorithme SQP. Il est souhaitable

que la méthode de résolution du problème quadratique tangent (C.9) utilisée dans

l’algorithme SQP tire parti de cette propriété.
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4. PÉNALISATION EXACTE ET GLOBALISATION PAR RECHERCHE LINÉAIRE
DE LA MÉTHODE SQP

De nombreux codes SQP ont été développés, voici ci-dessous les plus connus :

* NPSOL, pour les problèmes de taille moyenne (voir [73])

* SNOPT, pour les problèmes de grande taille creux (voir [72])

* NLPQL (voir [153])

Nous noterons que, par comparaison avec d’autres types de méthodes (méthode de

pénalisation ou de LA), la méthode SQP demande en général moins d’évaluation de la

fonction coût (voir [125, chapitre 15]). Plus précisément, elle demande en général moins

d’évaluations de la fonction coût par rapport à une méthode de points intérieurs (voir [43]).

Cependant, chaque résolution de problème quadratique tangent est plus coûteuse à effec-

tuer que la résolution des systèmes linéaires provenant des méthodes de pénalisation ou

de LA.

4 Pénalisation exacte et globalisation par recherche

linéaire de la méthode SQP

La méthode SQP décrite dans la section 3 de cette annexe converge si le premier itéré

(x1, λ1) est assez proche d’un point stationnaire régulier (voir théorème 3.3). Comme un tel

point n’est généralement pas disponible dans la plupart des applications, il est nécessaire

d’utiliser des techniques dites de globalisation d’un algorithme local qui permettent de

“forcer” la convergence même si le point de départ est loin d’une solution primale-duale

de (P ).

A l’heure actuelle, il existe deux grandes classes de techniques de globalisation :

* la recherche linéaire (RL),

* les régions de confiance (RC, cf. section 2 du chapitre 1).

Ces deux techniques de globalisation utilisent le même principe : elles mesurent le progrès

effectué lors du passage de l’itération xk à l’itération xk+1 par l’intermédiaire d’une fonc-

tion auxiliaire dite fonction de mérite. Pour le problème (P ), cette fonction auxiliaire, doit

non seulement prendre en compte la minimisation effective de f , mais aussi la satisfaction

des contraintes. Pour ce faire, les méthodes d’optimisation utilisent souvent la fonction de

pénalisation Θσ(x) = f(x) + σp(x) comme fonction de mérite, où p est une fonction qui

pénalise la violation des contraintes (p(x) = 0 si x ∈ X et p(x) > 0 si x /∈ X ) et où σ > 0

est le facteur de pénalisation (voir section 2 de cette annexe).

Dans cette section, nous nous intéressons plus particulièrement à la fonction de péna-

lisation par norme générale définie par

Θσ(x) = f(x) + σ||c(x)#||P , (C.11)

où ||.||P est une norme quelconque et .# : Rm 7→ Rm est la fonction définie par

(v#)i =

{
vi if i ∈ E
v+
i = max(0, vi) if i ∈ I

.
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C. Optimisation avec contraintes : résultats généraux

Nous nous limiterons aux résultats concernant la technique de globalisation de la

méthode SQP par la méthode de recherche linéaire sur la fonction de pénalisation par

norme Θσ. Dans cette méthode, on génère une suite de points {(xk, λk)} qui converge

vers une solution primale-duale (x∗, λ∗) de (P ). Cette suite est définie par la formule de

récurrence

(xk+1, λk+1) = (xk, λk) + αk(dk, λ
QP
k − λk),

où (dk, λ
QP
k ) est une solution primale-duale du PQT (C.9) et αk > 0 est le pas de la

RL servant à faire décrôıtre la fonction de mérite Θσ dans la direction dk (ce pas est

calculé par un algorithme de rebroussement). Cette approche est originale car elle utilise

la solution du PQT (C.9) pour faire décrôıtre la fonction de mérite Θσ et non pas une

direction fondée sur un sous-gradient de la fonction non différentiable Θσ (ce qui aurait

conduit à un algorithme moins rapide). La proposition suivante, reprise de la proposition

15.1 de [17], est essentielle : elle assure qu’il existe un σ > 0 tel que la direction primale dk
trouvée par la méthode SQP est bien une direction de descente de la fonction de mérite

Θσ en xk.

Proposition 4.1 Si (dk, λ
QP
k ) satisfait les conditions d’optimalité (C.8), alors on a

Θ′σ(xk; dk) ≤ ∇f>k dk − σ||c#
k ||P = −d>kMkdk + (λQPk )>ck − σ||c#

k ||P .

Si, en plus, σ > ||λQPk ||D, alors on a

Θ′σ(xk; dk) ≤ −d>kMkdk.

En conclusion : Θ′σ(xk; dk) < 0, si σ > ||λQPk ||D , si Mk est définie positive, et si xk n’est

pas un point stationnaire de (P ).

Ainsi, à chaque itération k de l’approche décrite précédemment, il faut adapter la

valeur de σ pour que dk soit bien une direction de descente de la fonction de mérite Θσ

(la fonction Θσ peut changer à chaque itération). Le concept de fonction de pénalisation

exacte (voir définition 2.1) joue un rôle important dans la convergence de cette approche :

il permet de stabiliser la valeur de σ. Voici ci-dessous une condition suffisante d’exactitude

de Θσ reprise de la proposition 14.7 de [17] :

Proposition 4.2 Supposons que f et cE∪I0∗ sont deux fois différentiables en un minimum

local x∗ de (P ) pour lequel la condition nécessaire d’optimalité (C.2) est satisfaite. En

ce minimum x∗ on suppose également que la condition suffisante d’optimalité du second

ordre faible est respectée, et que

σ > sup
λ∗∈Λ∗

||λ∗||D.

Alors, Θσ a un minimum local strict en x∗.

224



Annexe D
Optimisation globale par Krigeage

1 Modèle de Krigeage

Le principe du krigeage est de modéliser la fonction objectif f comme un processus

stochastique :

Y (x) = β + Z(x) (D.1)

avec β ∈ R la moyenne de Y sur le domaine de recherche et Z(x) un processus stochastique

tel que E(Z(x)) = 0 et Cov(Z(w), Z(x)) = σ2R(w, x). La fonction de corrélation R(·, ·)
peut être écrite telle que :

R(w, x) =
k∏

j=1

exp(−θj|wj − xj|pj) (D.2)

avec θj ≥ 0 et 0 < pj ≤ 2. Les pj peuvent être interprétés comme des paramètres de

lissage (ou a priori sur f) et les θj indiquent si l’approximation est plutôt locale ou plutôt

globale.

Le meilleur estimateur linéaire non-biaisé est alors :

ŷ(x) = β̂ + rT (x)R−1(y − 1β̂) (D.3)

où rT (x) est le vecteur de corrélations entre x et chacun des n points échantillonnés, β̂ est

l’estimateur des moindres carrés généralisés de β, R est la matrice de corrélation définie

par l’équation (D.2) et 1 est un vecteur de un selon chaque coordonnée.

L’erreur moyenne quadratique peut être définie par

MSE[ŷ(x)] = σ2
z

[
1− (1rtx)

(
0 1t

1 R

)(
1

rx

)]
(D.4)
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D. Optimisation globale par Krigeage

2 Algorithme d’optimisation par Krigeage

On présente ici une méthode d’optimisation globale d’une fonction objectif f coûteuse

avec un budget d’évaluations limité. Cette limitation implique que chacune des évaluations

doit être choisie de manière à améliorer le plus possible l’estimation du minimum de f .

Il est donc plus avantageux de choisir chaque évaluation en fonction du résultat des

précédentes. En effet, le principe commun aux méthodes d’optimisation reposant sur

le krigeage est d’évaluer f de manière itérative en un point qui optimise un critère

d’échantillonnage construit à l’aide des résultats d’évaluation déjà disponibles. Une ap-

proche simple serait d’utiliser un minimiseur de la prédiction par krigeage Y (x) comme

nouveau point à évaluer. Toutefois, cette approche accorderait une confiance trop grande

à la prédiction qui n’est construite qu’à partir d’un nombre limité d’évaluations de f et

l’optimisation risque de stagner en un minimum local.

Pour obtenir un compromis satisfaisant entre recherche locale et recherche globale,

il est nécessaire d’utiliser l’erreur de prédiction (D.4) pour diriger la recherche vers les

zones où la prédiction doit être améliorée. Cette idée a conduit à la création de critère

d’échantillonnage utilisant simultanément la prédiction ŷ et l’évaluation de l’erreur as-

sociée : la maximisation de l’espérance de gain (Expected Improvement [156, 155, 100, 99]

classiquement utilisée) permet ainsi d’obtenir un bon compromis entre recherche locale et

recherche globale.

Après avoir mis à jour l’estimateur linéaire non-biaisé de (D.3) à l’aide de tous les

points échantillonnés à l’itération courante, on peut prédire Y (x) en un point non-échan-

tillonné x par ŷ(x) avec une erreur moyenne quadratique donnée par (D.4).

Pour plus de simplicité, nous notons µ̂ = ŷ(x), et la racine de l’erreur quadratique

moyenne σ̂ =
√
MSE (d’où Y (x) ∼ N(µ̂, σ̂2)). Soit f ∗ = minx∈X f(x) le minimum global

inconnu de f sur X et Sn = x1, ..., xn les n premiers points évalués et fmin = minxi∈Snf(xi)

la valeur minimale de la fonction objectif aux points échantillonnés.

Le gain en un nouveau point x est défini par :

I(x) =

{
fmin − y si y < fmin
0 sinon

, (D.5)

avec y = f(x).

Alors l’espérance de gain est :

E(I) =

{
(fmin − µ̂)Φ(fmin−µ̂

σ̂
) + σ̂Φ′(fmin−µ̂

σ̂
) si σ̂ > 0

0 si σ̂ = 0
(D.6)

où Φ est la fonction de répartition d’une variable gaussienne centrée réduite.

D’autres critères d’échantillonnage existent, parmi eux, la variance de krigeage, l’espé-

rance de gain généralisée (ci-dessous), l’entropie conditionnelle des minimiseurs [13, 12,

74, 172, 173, 174]. L’espérance de gain généralisée E(Ig) peut aussi être utilisée :

Ig =

{
(fmin − y)g si y < fmin
0 sinon

(D.7)
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2. ALGORITHME D’OPTIMISATION PAR KRIGEAGE

avec g ∈ N. Dans ce cas, plus g est grand, plus la recherche est globale et à l’inverse plus

g est proche de zéro, plus la recherche est locale.

L’algorithme EGO (Efficient Global Optimization), basé sur l’algorithme 1.6 proposé

par Jones et al. ([100] 1998), choisit comme nouveau point d’évaluation un maximiseur

d’espérance de gain, et met à jour les paramètres de la covariance ainsi que la prédiction

par krigeage après chaque nouvelle évaluation. Notons qu’une recherche globale du point

d’espérance de gain maximale est effectuée à chaque itération, ce qui est un problème

d’optimisation difficile en grande dimension.
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Annexe E
Initialisation de la méthode SQA

Afin de pouvoir démarrer l’optimisation de la fonction objectif sous contraintes, la

méthode SQA nécessite de tester certaines propriétés : le point inital doit vérifier chacune

des contraintes avec dérivées et les autres points d’interpolation de l’étape d’initialisation

ont besoin de vérifier chacune des contraintes dures.

Les m points initiaux sont placés autour du point de départ x0 ∈ Rn (choisis lors de

l’étape d’initialisation décrite par la suite) de la façon suivante.

◦ Lorsque le nombre de conditions d’interpolation satisfait m ≥ 2n + 1, les 2n + 1

premiers points xi, i = 1, 2, ...,m sont choisis pour être les vecteurs

x1 = x0 et
xi+1 = x0 + ρbegei

xi+n+1 = x0 − ρbegei

}
, i = 1, 2, ..., n, (E.1)

où ei est un vecteur de Rn nul selon chaque composante exceptée la i-ème compo-

sante qui est égale à un. Ainsi Q(x0), ∇Q(x0) et les éléments diagonaux (∇2Q)ii,

i = 1, 2, ..., n, sont donnés par les 2n + 1 premières équations (3.6). Si m = 2n + 1,

tous les éléments non diagonaux de ∇2Q sont fixés à zéro, ce qui complète le modèle

quadratique initial (3.10).

◦ Dans le cas où n+2 ≤ m ≤ 2n, les points d’interpolation initiaux sont les m premiers

vecteurs de (E.1). On peut alors déterminer Q(x0), les m− n− 1 premières compo-

santes de ∇Q(x0) et (∇2Q)ii, i = 1, 2, ...,m − n − 1 définis comme précédemment.

Les autres éléments diagonaux de∇2Q sont fixés à zéro, ainsi les autres composantes

de ∇Q(x0) prennent les valeurs (F (x0 + ∆0ei)− F (x0))/∆0, pour m− n ≤ i ≤ n.

◦ Dans le cas où m > 2n + 1, les points initiaux xi, i = 1, 2, ...,m, sont choisis de

manière à ce que les conditions (3.6) fournissent aussi 2(m− 2n− 1) éléments non

diagonaux de ∇2Q (le facteur 2 provient de la symétrie de la matrice Hessienne du

modèle). Spécifiquement, pour i ∈ [2n+ 2,m], le point xi a la forme

xi = x0 + σp∆0ep + σq∆0eq, (E.2)

où p et q sont des entiers différents de [1, n], et σp et σq vérifient

σj =
−1 F (x0 −∆0ej) < F (x0 + ∆0ej)

+1 F (x0 −∆0ej) ≥ F (x0 + ∆0ej),

}
j = 1, 2, ..., n, (E.3)
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ce qui rapproche (E.2) vers les valeurs de la fonction objectif les plus petites. Les

éléments p et q de la formule (E.2) sont choisis de la manière suivante. Soit j, la

partie entière du quotient (i − n − 2)/n qui satisfait j ≥ 1 (car i ≥ 2n + 2), nous

fixons p = i−n−1− jn (dans l’intervalle [1, n]) et nous fixons q à p+ j ou p+ j−n
(le second choix dans le cas p+ j > n). Ainsi les éléments (∇2Q)pq = (∇2Q)qp sont

donnés par les équations (3.6), et les éléments non diagonaux de ∇2Q qui ne sont

pas fournis sont fixés à zéro.

Par conséquent, les paramètres ρbeg, rayon de la région de confiance initiale et x0 point

de départ peuvent être modifiés afin de vérifier ces propriétés.

(1) Si une faible réduction de ρbeg permet à tous les points initiaux de vérifier les

contraintes dures, celle-ci est effectuée,

(2) dans le cas contraire, le point de départ x0 est déplacé pour permettre aux m

points initiaux de vérifier les contraintes dures, tout en vérifiant lui-même toutes les

contraintes avec dérivées.

La première étape consiste donc à trouver un point initial, vérifiant les contraintes

avec dérivées, le plus proche possible du point de départ donné par l’utilisateur de la

méthode xuser.

min
x∈Rn

(x− xuser)2 (E.4)

sous les contraintes {
CDBh

(x) ≤ 0,

CDBs(x) ≤ 0,
(E.5)

Ensuite, la seconde étape consiste à trouver le plus grand rayon de région de confiance

∆ (inférieur à ρbeg) permettant aux m− 1 autres points initiaux de vérifier les contraintes

dures. Pour ce faire,

min
∆∈R
−∆ (E.6)

sous les contraintes

{
0 ≤ ∆ ≤ ρbegCDBh

(xi) ≤ 0, pour tout xi, i = 1, ...,m− 1, (E.7)

où xi, i = 2, ...,m sont les points initiaux autour de x0.

Si le rayon de la région de confiance est inférieur à ρbeg/10, une troisième étape consis-

tant à trouver un point de départ x0 (le plus proche possible du point obtenu lors de la

première étape) admissible pour chacune des contraintes avec dérivées et de vérifier les

contraintes dures pour les m− 1 autres points initiaux.

min
x∈Rn,∆∈R

(x− xuser)2 (E.8)
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E. Initialisation de la méthode SQA

sous les contraintes




ρbeg/10 ≤ ∆ ≤ ρbeg,

CDBh
(x) ≤ 0,

CDBs(x) ≤ 0,

CDBh
(xi) ≤ 0, pour tout xi, i = 2, ...,m,

(E.9)

Si une solution à ce problème existe, la méthode SQA peut alors commencer à résoudre

le problème d’optimisation à partir de ce nouveau point initial et dans cette nouvelle région

de confiance.
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Annexe F
Résultats obtenus sur le benchmark Moré et

Wild sous contraintes de bornes de taille

inférieure à 13

Les résultats suivants, obtenus par notre méthode SQA (voir chapitre 3) sur l’ensemble

de problèmes avec des contraintes de bornes issus du benchmark CUTEr [121] de dimen-

sion inférieure à 13 sont présentés et comparés (comme dans la section 1.1 du chapitre 4)

avec d’autres méthodes à l’aide de profils de performances et de profils de données (voir

annexe A) pour différentes précisions τ > 0. Ces problèmes peuvent être lisses, bruités ou

non différentiables.

Les méthodes d’optimisation ainsi comparées sont la méthode d’optimisation SQA

présentée au chapitre 3 avec des modèles construits à partir de différents nombres de

points d’interpolation (n+ 2, n+ 6, 2n+ 1 et (n+ 1)(n+ 2)/2) ainsi que trois méthodes

d’optimisation sans dérivées par région de confiance permettant de prendre en compte des

contraintes de bornes utilisant un modèle local plus ou moins riche. La méthode COBYLA

[133] construit un modèle d’interpolation linéaire basé sur n+ 1 points d’interpolation, la

méthode BOBYQA [142] construit, comme la méthode SQA, un modèle d’interpolation,

pouvant être aussi bien sous déterminé que complet, celui-ci est basé sur un nombre fixe

de point d’interpolation, maintenu dans notre cas à 2n+ 1. Enfin la méthode CONDOR

[167, 169, 168] construit un modèle quadratique complet à partir de (n + 1)(n + 2)/2

points d’interpolation.

1 Problèmes lisses

Les profils de données de la figure F.1 montrent que les résultats de la méthode SQA

(n+1)(n+2)/2 et de la méthode CONDOR (n+1)(n+2)/2 sont similaires pour chacune

des précisions et pour tous les budgets d’évaluations de f . Nous remarquons également

que la méthode SQA résout légérement plus de problèmes que la méthode CONDOR pour

un budget de 100(np + 1) évaluations pour toutes précisions τ .
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F. Résultats obtenus sur le benchmark Moré et Wild sous contraintes de bornes
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Figure F.1 – Profils de données (voir annexe A) pour les problèmes lisses du benchmark

sous contraintes de bornes de taille inférieure à 13 pour différentes précisions τ

Les profils de performances de la figure F.2 indiquent que, pour toutes précisions τ ,

la méthode SQA est plus rapide que CONDOR pour au moins 60% des problèmes. De

plus, la méthode SQA est également plus robuste que CONDOR : en effet, elle permet de

résoudre pratiquement la totalité des problèmes pour toutes précisions τ .
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Figure F.2 – Profils de performances (voir annexe A) pour les problèmes lisses du bench-

mark sous contraintes de bornes de taille inférieure à 13 pour différentes précisions τ

Les profils de données de la figure F.3 montrent que les résultats de la méthode SQA

2n+ 1 et la de la méthode BOBYQA 2n+ 1 sont similaires pour chacunes des précisions

et pour tout budget d’évaluations de f .
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Figure F.3 – Profils de données (voir annexe A) pour les problèmes lisses du benchmark

sous contraintes de bornes de taille inférieure à 13 pour différentes précisions τ

Les profils de performances de la figure F.4 indiquent que pour toutes précisions τ ,

la méthode SQA est plus rapide que BOBYQA pour au moins 60% des problèmes. La

méthode SQA est également plus robuste, en effet, celle-ci permet de résoudre un plus

grand pourcentage de problèmes que la méthode BOBYQA (plus de 95% des problèmes).
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Figure F.4 – Profils de performances (voir annexe A) pour les problèmes lisses du bench-

mark sous contraintes de bornes de taille inférieure à 13 pour différentes précisions τ

Les profils de données de la figure F.5 montrent que les résultats de la méthode SQA

n+ 6 et n+ 2 et de la méthode COBYLA n+ 1 sont assez différents. En effet, la méthode

COBYLA permet de résoudre un plus grand pourcentage de problèmes pour de petits

budgets d’évaluations. Pour des précisions τ de 10−3, 10−4, 10−5 et 10−6, la méthode

COBYLA permet de résoudre un plus grand pourcentage de problèmes jusqu’à respecti-

vement 10(np + 1), 15(np + 1), 25(np + 1) et 40(np + 1). La méthode COBYLA permet de

résoudre jusqu’à 15% de problèmes de plus que SQA n + 6 et jusqu’à 20% de problèmes

de plus que SQA n+ 2 pour de petits budgets d’évaluations. En revanche pour un budget

de 100(np + 1), SQA n+ 6 résout 20% de problèmes de plus que COBYLA. La méthode

SQA n+ 2 résout, elle, moins de problèmes que la méthode SQA n+ 6 pour un budget de

100(np+1) : plus la précision demandée est importante, plus le pourcentage de problèmes

résolus s’éloigne de celui de SQA n+ 6 et se rapproche de celui de COBYLA.
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Figure F.5 – Profils de données (voir annexe A) pour les problèmes lisses du benchmark

sous contraintes de bornes de taille inférieure à 13 pour différentes précisions τ

Les profils de performances de la figure F.6 indiquent que pour toutes précisions les

méthodes SQA n + 6 et COBYLA sont plus rapides que la méthode SQA n + 2 pour 40

à 50 % des problèmes. La méthode SQA n+ 2 n’est la plus rapide des méthodes que sur

moins de 20 % des problèmes. Nous remarquons également que les méthodes SQA n+6 et

n+ 2 sont capables de résoudre un plus grand pourcentage de problèmes que la méthode

COBYLA pour des précisions importantes : environ 85 % des problèmes sont résolus par

SQA n + 6 et n + 2 pour une précision de 10−6, alors que COBYLA ne résout que 75 %

des problèmes.
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Figure F.6 – Profils de performances (voir annexe A) pour les problèmes lisses du bench-

mark sous contraintes de bornes de taille inférieure à 13 pour différentes précisions τ

2 Problèmes bruités

Les profils de données de la figure F.7 montrent que plus le modèle construit par

chacune des méthodes est précis, plus le pourcentage de problèmes résolus pour 100(np+1)

simulations est grand. Ainsi les méthodes SQA (n+ 1)(n+ 2)/2 et CONDOR permettent

de résoudre plus de problèmes que SQA 2n + 1 et BOBYQA 2n + 1, qui permettent de

résourdre plus de problèmes que COBYLA n+ 1, SQA n+ 6 et SQA n+ 2. En revanche,

lorsque le budget d’évaluations est bien moins élevé, les meilleurs solveurs sont à l’inverse

les solveurs ayant un modèle basé sur peu d’évaluations. C’est ce que nous avons remarqué

sur les figures 4.5 et 4.6 du chapitre 4. De plus, nous remarquons comme pour les problèmes

lisses que les performances de SQA (n+ 1)(n+ 2)/2 sont similaires à celles de CONDOR

(n + 1)(n + 2)/2, et que les performances de SQA 2n + 1 et BOBYQA 2n + 1 le sont

également. Les résultats obtenus par COBYLA sont, contrairement aux problèmes lisses,

plus rapides et plus précis pour résoudre les problèmes bruités que SQA n + 6 et SQA

n+ 2.

237



F. Résultats obtenus sur le benchmark Moré et Wild sous contraintes de bornes
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Figure F.7 – Profils de données (voir annexe A) pour les problèmes bruités du benchmark

sous contraintes de bornes de taille inférieure à 13 pour différentes précisions τ
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Figure F.8 – Profils de performances (voir annexe A) pour les problèmes bruités du

benchmark sous contraintes de bornes de taille inférieure à 13 pour différentes précisions

τ

Les profils de performances de la figure F.8 nous indiquent que les performances de

la méthode SQA (n + 1)(n + 2)/2 et de la méthode CONDOR (n + 1)(n + 2)/2 sont

équivalentes pour toutes les précisions τ des problèmes bruités. Elles sont plus rapides

que les autres méthodes pour 10 % des problèmes, et ce sont les plus robustes avec 85 %

des problèmes résolus. Nous pouvons également remarquer que les méthodes SQA 2n+ 1

et BOBYQA 2n+ 1 obtiennent des résultats comparables. Elles sont plus rapides que les

autres méthodes pour 25 % des problèmes, et SQA 2n + 1 est légèrement plus robuste

que BOBYQA (75 % contre 65 % de problèmes résolus pour une précision τ = 10−3). Les

résultats indiquent que la méthode COBYLA n+1 est la méthode permettant de résoudre

le plus grand pourcentage de problèmes plus rapidement que les autres méthodes : 45 %
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des problèmes (pour τ = 10−3) contre 15 % pour SQA n + 6 et 5 % pour SQA n + 2.

La méthode COBYLA est plus robuste que les méthodes SQA n + 6 et n + 2 : 75 % de

problèmes résolus pour COBYLA contre 65 % pour SQA n+ 6 et 50 % pour SQA n+ 2.

3 Problèmes non différentiables

Les profils de données de la figure F.9 montrent que les résultats obtenus sur les

problèmes non différentiables par SQA (n + 1)(n + 2)/2 sont similaires à ceux obtenus

par CONDOR ; cependant CONDOR résout 10 à 20 % de problèmes supplémentaires

pour un budget de 100(np+ 1) simulations. De façon analogue, les résultats obtenus par

SQA 2n+1 et BOBYQA sont similaires pour toutes les précisions. La méthode COBYLA

semble plus efficace que les méthodes SQA n + 6 et SQA n + 2 : celle-ci résout 10 % de

problèmes supplémentaires pour une précision τ = 10−6.
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Figure F.9 – Profils de données (voir annexe A) pour les problèmes non différentiables du

benchmark sous contraintes de bornes de taille inférieure à 13 pour différentes précisions

τ

Les profils de performance de la figure F.10 indiquent que la méthode CONDOR

(n+1)(n+2)/2 permet de résoudre 10 à 20 % de problèmes supplémentaires que la méthode

SQA (n + 1)(n + 2)/2. C’est la méthode la plus rapide sur le plus grand pourcentage de

problèmes. Les résultats obtenus par SQA 2n+ 1 et BOBYQA 2n+ 1 sont identiques. La
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méthode COBYLA est plus robuste et plus rapide que les méthodes SQA n + 6 et SQA

n+ 2 sur un plus grand pourcentage de problèmes.
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Figure F.10 – Profils de performances (voir annexe A) pour les problèmes non

différentiables du benchmark sous contraintes de bornes de taille inférieure à 13 pour

différentes précisions τ

Sur ces exemples lisses sous contraintes de bornes, la méthode SQA se comporte de

manière satisfaisante par rapport aux algorithmes de mêmes type. La méthode COBYLA,

qui n’utilise qu’un modèle linéaire est plus rapide que la méthode SQA n + 6 ou SQA

n+2 pour de petits budgets d’évaluations, en revanche c’est l’inverse pour de gros budgets

d’évaluations.

Sur les problèmes bruités, les méthodes utilisant les modèles les plus précis de la fonc-

tion objectif (polynôme quadratique complet) sont plus robustes. A l’inverse, la méthode

COBYLA résout plus de problèmes pour de petits budgets d’évaluations et est plus ef-

ficace sur un plus grand pourcentage de problèmes que les autres méthodes. Celle-ci ne

subit pas autant l’influence du bruit que les autres méthodes.

Sur les problèmes non différentiables, la méthode la plus robuste est la méthode

CONDOR (n + 1)(n + 2)/2 suivie de la méthode SQA (n + 1)(n + 2)/2. Les méthodes

utilisant les modèles les plus précis sont les plus robustes, malgré la non différentiabilité

(excepté COBYLA).
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Annexe G
Distribution normale

1 Distribution normale à une dimension

La densité de probabilité f d’une variable aléatoire réelle x ∈ R normale ou gaussienne

a pour équation : f(x) = 1
σ·
√

2·π · exp
(
− (x−m)2

2·σ2

)
.

L’espérance mathématique ou moyenne de f est égale à m, la variance à σ2. Dans le

cas particulier où la moyenne est nulle et la variance égale à l’unité, la distribution est

dite centrée réduite.

Ainsi, la probabilité que x prenne des valeurs comprises entre −a et a (x ∈ [−a, a])

est donnée par : P = P(|x − m| ≤ a) =

∫ a/σ

−a:σ

φ(x)dx, où φ est la distribution normale

centrée réduite.

Pour la valeur particulière a = 1.96σ, P vaut 0.9544. L’intervalle [−1.96σ; 1.96σ] est

appelé domaine de confiance à 95%.

2 Distribution normale à N dimensions

On appelle distribution normale à N dimensions la densité de probabilité associée à

un vecteur aléatoire x ∈ RN dont chacune des composantes suit une loi normale. Elle est

caractérisée par une matrice symétrique définie positive appelée matrice de covariance.

Les éléments diagonaux de la matrice sont appelés coefficients de corrélation entre les

composantes constituant le vecteur aléatoire. La fonction densité f caractérisant la dis-

tribution normale d’un vecteur aléatoire x ∈ RN donnée par la matrice de covariance C

est définie par :

f(x) =
exp

(
−1

2
· (x−m)T · C−1 · (x−m)

)
√

(2 · π)N · det(C)
(G.1)

où det(C) désigne le déterminant de la matrice C et m est un vecteur de R dont les

composantes (m(i))i=1,...,N sont égales à l’espérance mathématique des variables aléatoires

(x(i))i=1,...,N .
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G. Distribution normale

La détermination du domaine de confiance à 95% est généralisable au cas à N dimen-

sions. Dans ce qui suit, nous présentons le calcul dans le cas bidimensionnel.

Sans perte de généralité, nous pouvons supposer la matrice C diagonale. Ainsi, l’équa-

tion G.1 devient : f(x, y) =
1

2 · π · σ1 · σ2

· exp

(
−1

2
·
(
x2

σ2
1

+
y2

σ2
2

))
, où σ2

1 et σ2
2 sont les

valeurs propres de la matrice C.

Afin de généraliser la notion de domaine de confiance au cas bidimensionnel, nous

cherchons un ensemble Ωw inclus dans R2 tel que :

∫ ∫

(x,y)∈Ωw

f(x, y)dxdy = 0.95. Plus

précisément, l’ensemble Ωw est défini par : Ωw = z = (x, y) ∈ R2 tels que zT · C−1 · z ∈
[−w;w], où la valeur de w est à déterminer.

Après avoir effectué le changement de variables suivant :

{
x = r · √w · σ1 · cos(θ)

y = r · √w · σ2 · sin(θ)
,

où r ∈ [0; 1] et θ ∈ [0; 2 · π], l’intégrale est égale après calculs à :

∫ ∫

(x,y)∈Ωw

f(x, y)dxdy =

1− exp
(
−w

2

)
.

L’intégrale précédente prend alors la valeur 0.95 lorsque w est égal à 2 · ln(20) ≈ 6.

Ainsi, dans le cas bidimensionnel, le domaine de confiance Ωw à 95% est obtenu lorsque

w est égal à 6.

La définition d’un domaine de confiance dans le cas bidimensionnel permet en effet

d’avoir une interprétation géométrique du fonctionnement du MO-CMA-ES présenté dans

ce rapport.
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PhD thesis, Université Pierre et Marie Curie, 2008.
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[154] Schmied, A. Méthodes stochastiques d’optimisation appliquées à la mise au point
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