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INTRODUCTION GÉNÉRALE

Lorsqu’un patient est opéré d’une tumeur cancéreuse, la pièce d’exérèse est décou-
pée en fines lamelles de 5µm d’épaisseur qui sont déposées sur des lames de verre pour
être observées au microscope. Les sections de tissu peuvent être colorées par immuno-
histochimie ou par histochimie afin de mettre en évidence certains types cellulaires, ou
protéines (nucléaires, cytoplasmiques ou membranaires) dont la présence peut ensuite être
quantifiée pour apprécier le potentiel d’évolution de la tumeur et choisir la thérapie la
mieux adaptée. L’abondance du stroma tumoral constitue, par exemple, un indicateur de
l’évolution tumorale et une cible thérapeutique potentielle dans le cancer de l’ovaire.
Pour effectuer cette mesure de manière objective, il faut acquérir une image de la prépa-
ration entière car les structures à détecter peuvent être réparties de manière hétérogène sur
l’ensemble de la lame. Il convient en outre d’adapter la résolution de prise de vue à la
taille des structures. Des microscopes équipés d’une platine motorisée (ou des scanners à
haute résolution) permettent d’obtenir de telles images, appelées « lames virtuelles ». Les
images produites pour l’identification de petites structures sont alors de très grand volume
(plusieurs giga octets).
Le but de la thèse est de réussir à segmenter, sur de telles images, des compartiments
tissulaires tumoraux, dans le cas du carcinome ovarien, en faisant d’une part la partition
entre les cellules cancéreuses et le stroma fibro-nourricier des tumeurs et d’autre part en
caractérisant les différents compartiments stromaux. Le stroma est un tissu conjonctivo-
vasculaire non tumoral qui est présent dans tous les types de cancers invasifs d’origine
épithéliale. Il est induit par les cellules cancéreuses et leur sert de tissu nourricier et de
soutien. On observe plusieurs types de stroma au sein des tumeurs, correspondant à diffé-
rents degrés de maturation : le stroma lâche, le stroma cellulaire et le stroma fibreux. On
trouve également du stroma inflammatoire, pouvant apparaître au sein des autres compar-
timents stromaux. La difficulté est de segmenter des structures présentant des niveaux de
détails très différents sur des images de lames histologiques acquises à forte résolution.
La taille des lames virtuelles les rend impossibles à traiter globalement. Traiter l’image par
morceaux impliquerait de fortes contraintes aux bords, car certaines structures peuvent être
présentes sur plusieurs sous-images. De plus, la segmentation de grandes structures peut
nécessiter d’intégrer des caractéristiques locales et globales qui peuvent être difficiles à
prendre en compte sur des fragments d’image.
Le second problème consiste à déterminer des critères permettant de différencier les com-
partiments en présence.

Afin de répondre au sujet en prenant en compte ces problèmes, nous avons mis en
place un cadre général de traitement. Ce cadre inclut la manipulation des lames virtuelles,
la segmentation supervisée, multiéchelle, basée texture, des structures d’intérêt, suivie de
la fusion des résultats des classifieurs et enfin l’évaluation des résultats.
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2 Liste des tableaux

Nous avons souhaité rédiger ce manuscrit de façon à ce qu’il soit un apport d’infor-
mations pour les communautés scientifiques (les traiteurs d’images, biologistes, patholo-
gistes, etc.) concernées par ce travail. C’est pourquoi certains paragraphes de ce document
pourront peut-être sembler « élémentaires » à l’une ou l’autre communauté.

Le manuscrit est organisé de la façon suivante :

Le premier chapitre présente de manière détaillée le contexte médical de l’étude. Nous
commençons par décrire succinctement le cancer de l’ovaire, afin de positionner clai-
rement le problème posé. Nous poursuivons en décrivant précisément les tumeurs ova-
riennes. Ceci nous permet d’introduire le vocabulaire qui nous sera nécessaire à la des-
cription des « objets du domaine ». Enfin, nous proposons un synopsis des différents
moyens d’acquisition de lames virtuelles, ainsi qu’une revue bibliographique sur l’ana-
lyse d’images appliquée aux lames virtuelles. Nous suggérons alors quelques stratégies
qui pourraient être mises en œuvre pour réussir à segmenter les différents compartiments
d’intérêt.

Le deuxième chapitre réalise un état de l’art des outils ou méthodes d’imagerie ap-
propriés à la segmentation que nous souhaitons mener. Nous commençons par décrire
plusieurs manières de représenter une image : représentation de la couleur, descripteurs de
texture et représentation en ondelettes. Nous étudions ensuite quelques méthodes d’ana-
lyse de texture. Nous détaillons plus particulièrement une méthode de segmentation qui
utilise un modèle d’arbre de Markov caché, appliqué sur les coefficients de la décompo-
sition en ondelettes. Nous terminons ce chapitre en exposant les différentes manières de
traiter un problème multiclasse : soit en envisageant toutes les classes en même temps, soit
en décomposant le problème en sous-problèmes binaires puis en recombinant les résultats
de chaque sous-problème.

Dans le troisième chapitre, nous exposons les différentes méthodes que nous avons
mises en œuvre pour réaliser la segmentation des différents compartiments tissulaires pré-
sents sur une lame virtuelle de carcinome ovarien. Afin de bien cerner les connaissances
a priori étant à notre disposition, nous commençons par décrire le contexte de travail im-
posé, notamment les caractéristiques des images utilisées et l’aspect des compartiments
que nous cherchons à segmenter. Nous développons ensuite l’architecture du système réa-
lisé. Nous détaillons également les traitements mis en place pour appliquer la segmentation
sur les grandes images. Nous présentons enfin le protocole d’évaluation des résultats de
segmentation que nous avons adopté.
Pour plus de clarté, le système informatique implémenté a été nommé SEGRIT, pour SEg-
mentation de GRandes Images basée Texture.

Nous présentons enfin, dans le dernier chapitre, les expérimentations que nous avons
menées et les résultats que nous avons obtenus. Après une description rapide des diffé-
rentes bases d’apprentissage et de test que nous avons utilisées, nous développons les tests
et les résultats qui nous ont permis de déterminer les paramètres et hyperparamètres de
la méthode. Nous présentons enfin les résultats de l’application du système SEGRIT à la
segmentation de plusieurs lames virtuelles de tumeurs ovariennes.

Nous concluons cette étude en soulignant l’intérêt des résultats obtenus et en dégageant
les perspectives principales issues de ce travail.



CHAPITRE 1

JUSTIFICATION DE L’ÉTUDE ET ÉTAT

DE L’ART DU DOMAINE BIOMÉDICAL
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Ce premier chapitre est décomposé en trois parties. Dans un premier temps, nous al-
lons introduire le contexte médical dans lequel s’inscrit le sujet de la thèse : le cancer de
l’ovaire. Après avoir rappelé brièvement quelques données sur ce cancer, nous verrons
que le but de notre sujet est de fournir des outils pour aider à une meilleure connaissance
des mécanismes de développement de la tumeur, en contribuant à la caractérisation et à
l’évaluation automatisées de la proportion des différents compartiments stromaux au sein
des tumeurs ovariennes.
Dans un second temps, nous nous intéresserons à la manière dont les tumeurs ovariennes
peuvent être caractérisées sur une coupe histologique, puis nous étudierons la structure
histologique du cancer de l’ovaire et plus particulièrement celle du stroma, afin de décrire
précisément les « objets du domaine » que nous cherchons à segmenter et que nous retrou-
verons ensuite tout au long de l’étude.
La troisième partie de ce chapitre nous amènera à présenter les lames histologiques vir-
tuelles et les caractéristiques des dispositifs permettant de les acquérir. Nous aborderons
ensuite les problèmes liés à leur traitement automatisé, ainsi que les solutions proposées
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4 Chapitre 1 - Justification de l’étude et État de l’art du domaine biomédical

dans la littérature pour y remédier.
Nous terminerons ce chapitre par la proposition de plusieurs pistes pour réussir à traiter
notre problème.

1.1 Problématique médicale : le cancer de l’ovaire

1.1.1 Données épidémiologiques

Le cancer de l’ovaire a provoqué en 2005 (derniers chiffres légalement disponibles)
3180 décès en France [INstitut de Veille Sanitaire, 2008]. C’est la seconde cause de mor-
talité par cancer gynécologique après le cancer du sein et la quatrième cause de décès, tous
cancers confondus, chez la femme. Le taux de mortalité augmente avec l’âge, passant de
2 à 3 décès par an pour 100000 personnes, chez la femme de moins de 45 ans, à plus de 50
décès par an pour 100000 personnes pour les femmes au delà de 75 ans [Remontet et al.,
2003]. Il a assez peu évolué depuis les années 1970. Le taux d’incidence cumulée permet
d’affirmer qu’une femme sur 75 développera un cancer de l’ovaire au cours de sa vie.

La survie globale à 5 ans est de moins de 30%. Ce sombre pronostic s’explique à la
fois par la découverte tardive de la maladie et par le développement d’une chimiorésis-
tance au cours des traitements. Dans 80% des cas, le diagnostic est posé à un stade avancé
de dissémination intra-abdominale. Ceci est dû à la fois à la situation anatomique des
ovaires, enfouis dans la cavité péritonéale, et à l’expression banale des symptômes des
cancers ovariens (troubles digestifs, urinaires ou gynécologiques). L’étendue de la dissé-
mination tumorale au moment du diagnostic est directement corrélée au taux de survie à
long terme des patientes. Ce taux atteint ainsi 80% lorsque la tumeur présente une locali-
sation restreinte aux ovaires (stade I de dissémination) mais chute à 14% pour des tumeurs
présentant une dissémination dans le péritoine ou des métastases dans d’autres organes
(stade IV de dissémination) [Remontet et al., 2003].

Les stratégies de dépistage précoce du cancer de l’ovaire, basées sur le dosage du
marqueur tumoral CA-125 et sur une exploration échographique, ne se sont pas montrées
concluantes, l’élévation du CA-125 n’étant pas spécifique du cancer de l’ovaire et pouvant
apparaître dans les cas d’insuffisance rénale ou de tuberculose.

1.1.2 La tumeur ovarienne

Les symptômes d’une tumeur ovarienne sont assez discrets. La situation la plus fré-
quente est la survenue d’une ascite. Il s’agit d’une augmentation du volume de l’abdomen
liée à la présence de liquide. Des troubles digestifs (ballonnements), urinaires (envies ur-
gentes d’uriner) ou gynécologiques (saignements) peuvent également être rencontrés.

1.1.2.1 Stades de dissémination

Les cancérologues établissent souvent pour chaque maladie cancéreuse une « stadifi-
cation » correspondant à l’avancée de la maladie. Les stades désignent différents degrés
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de gravité du cancer avec des critères variables selon la nature du tissu cancéreux. Sou-
vent, cette classification est réalisée selon le TNM : T pour Tumor (de 1 à 4 selon la taille
et l’extension de la tumeur), N pour Nodes (selon le nombre et la localisation des gan-
glions lymphatiques régionaux atteints) et M pour Metastasis (0 pour absence et 1 pour
présence de métastases). Dans le cas du cancer de l’ovaire, le stade d’extension tumorale
est également souvent défini par rapport à la classification FIGO [Fédération Internatio-
nale des Gynécologues Obstétriciens, 1971]. Il ne peut être obtenu qu’après l’exploration
chirurgicale, qui précise l’extension et la taille des résidus tumoraux laissés en place.

1.1.2.2 Degré de différenciation

La tumeur ovarienne se développe dans 90% des cas à partir de l’Épithélium Ovarien
de Surface (EOS) qui est un mésothélium (épithélium d’origine mésodermique).
La tendance d’une tumeur à ressembler à un tissu normal bien différencié ou au contraire
embryonnaire définit la différenciation tumorale. Le grade histologique reflète cet état de
différenciation de la tumeur. Trois grades sont habituellement reconnus : le grade 1 (moins
de 5% de territoires tumoraux indifférenciés), le grade 2 (entre 5% et 50% de territoires
indifférenciés) et le grade 3 (plus de 50% de territoires indifférenciés).

1.1.2.3 Biologie des tumeurs ovariennes

La cancérogénèse est décrite comme un événement multiséquentiel impliquant des
événements d’ordre génétique et épigénétique.
Des modifications de l’expression (amplification, expression altérée, mutation) d’un grand
nombre de gènes participent au développement des cancers de l’ovaire. Ces gènes codent
en particulier pour des protéines qui contrôlent la prolifération, l’apoptose, la migration et
l’invasion, et pour des protéines impliquées dans de nombreuses voies de signalisation.
L’environnement des cellules joue un rôle essentiel dans leur fonctionnement. La tumeur
de l’ovaire est un tissu complexe au sein duquel les cellules cancéreuses sont au contact
de cellules non tumorales (fibroblastes du stroma, cellules endothéliales des vaisseaux ou
cellules mésenchymateuses) ou de substances produites par ces cellules (matrice extracel-
lulaire). Une altération des signaux extracellulaires reçus du stroma peut conduire à une
acquisition d’autonomie par la cellule cancéreuse. Des altérations des systèmes d’adhé-
rence, la libération de protéases par les cellules tumorales et la présence de vaisseaux au
sein de la tumeur pourraient également favoriser l’invasion tumorale [Bamberger et Per-
rett, 2002].

1.1.3 Facteurs pronostiques

Les facteurs pronostiques permettent de prédire la survie d’une patiente et son risque
de récidive. Pour le cancer de l’ovaire, les facteurs pronostiques reconnus sont le stade
de dissémination au moment du diagnostic, le degré de différenciation histologique et le
volume résiduel de la tumeur après l’exérèse initiale. Ce dernier reste le principal élément
déterminant la survie, notamment pour les stades avancés [Ozols et al., 2001, Cannistra,
2004].
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1.1.4 Traitements du cancer de l’ovaire

Le traitement du cancer de l’ovaire associe pratiquement toujours la chirurgie à la
chimiothérapie. La chirurgie permet un bilan des lésions et une stadification de la tumeur.
L’exérèse, aussi complète que possible, conditionne l’efficacité des traitements adjuvants.
La radiothérapie est rarement utilisée dans le cas du cancer de l’ovaire, car elle n’apporte
pas de bénéfice, comparée à la chimiothérapie, et provoque des effets secondaires plus
importants.

1.1.4.1 Chirurgie cytoréductrice

La chirurgie occupe une place importante à toutes les étapes de la prise en charge des
cancers de l’ovaire. Elle constitue le premier geste thérapeutique et elle est essentielle pour
le diagnostic et la détermination du stade de dissémination [Cannistra, 2004]. De plus, la
qualité de l’exérèse et la taille du résidu tumoral après l’opération ont un impact direct sur
la survie, en particulier pour les stades avancés [Ozols et al., 2001].

1.1.4.2 Chimiothérapie

Protocoles thérapeutiques : Le résidu tumoral post-exérèse est soumis à une chimio-
thérapie. Malheureusement, les principaux agents chimiothérapeutiques possèdent une
toxicité ou des effets secondaires plus ou moins importants, dus au fait qu’ils ne ciblent pas
uniquement les cellules cancéreuses, mais aussi toutes les cellules en prolifération, ce qui
limite les doses administrables. Actuellement les protocoles thérapeutiques privilégient les
polychimiothérapies associant au moins un dérivé du platine et permettent d’augmenter en
moyenne la survie de 14 mois par rapport aux traitements précédents [Guppy et al., 2005].

Chimiorésistance : Le cancer de l’ovaire est considéré comme une tumeur chimiosen-
sible avec plus de 70% de réponse positive au traitement de première intention. Malheu-
reusement, de nombreuses patientes développent une chimiorésistance, notamment aux
dérivés du platine. Environ 75% des patientes rechutent dans les 18 mois. L’introduction
de nouveaux traitements et l’évolution des protocoles n’ont que très peu amélioré jusqu’à
présent la survie à long terme [Kelland, 2005].
Le micro-environnement de la tumeur peut influencer la sensibilité des cellules tumorales
à la chimiothérapie [Agarwal et Kaye, 2003].
L’hétérogénéité tumorale peut aussi être évoquée comme étant une cause potentielle de
l’échec thérapeutique, tant au sein de la tumeur elle-même [Naora, 2007] qu’entre la tu-
meur primaire et les atteintes péritonéales [Labiche, 2008].

1.1.5 Justification de l’étude

Le cancer de l’ovaire est responsable en France de plus de 3000 décès par an. Il reste
associé à un pronostic très sombre en raison de son dépistage tardif, généralement au stade
de la dissémination péritonéale. Actuellement, la prise en charge des malades repose es-
sentiellement sur la chirurgie et la chimiothérapie cytostatique et il n’existe que peu de
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facteurs pronostiques. Les patientes développent souvent une chimiorésistance qui pro-
voque une mauvaise réponse au traitement. Cette chimiorésistance est vraisemblablement
due en partie à l’hétérogénéité des tumeurs. Pour améliorer la lutte contre cette maladie, il
est donc nécessaire :

– d’acquérir une meilleure compréhension des mécanismes de développement de la
tumeur,

– de déterminer de nouveaux facteurs pronostiques,
– d’identifier de nouvelles cibles thérapeutiques potentielles,
– de mettre en place de nouvelles stratégies thérapeutiques adaptées, visant ces cibles,

et de suivre la réponse au traitement.

Les recherches actuelles tendent à évaluer la pertinence, en tant que facteurs pronos-
tiques de l’ADN ploïdie, de marqueurs de la prolifération (Ki67, CyclinA, PCNA), de la
dissémination tumorale (cathepsine D), de la résistance à la chimiothérapie (GSTπ, Bax)
ou encore de la surexpression d’oncogènes (Ras, Myc) [Ozols et al., 2001].
Par ailleurs, la valeur pronostique de certains paramètres morphologiques, tels que la den-
sité vasculaire [Elie et al., 2003], la proportion de stroma [Elie et al., 2005] ou, inverse-
ment, la proportion d’épithélium par rapport au volume de la tumeur [Baak, 1988] a été
montrée.

Au sein du GRECAN, l’équipe Bioticla a, par exemple, étudié le rôle de certaines pro-
téines anti-apoptotiques (Bcl-XL) dans les mécanismes de chimiorésistance dans le cancer
de l’ovaire [Villedieu et al., 2007]. Elle s’intéresse également, en lien avec le service de
recherche clinique du Centre François Baclesse, à la mise en place de nouvelles stratégies
thérapeutiques visant à inhiber l’expression de cette protéine Bcl-XL pour chimiosensibi-
liser la tumeur au cisplatine [Brotin, 2007].

L’équipe d’Histo-Imagerie Quantitative du GRECAN travaille quant à elle sur le stroma
et sur les relations stroma / compartiment tumoral. Elle a, par exemple, mis en évidence,
au sein du stroma, des cibles thérapeutiques potentielles privilégiées [Labiche, 2008]. Elle
a montré que la quantité de vaisseaux sanguins dans le stroma des tumeurs ovariennes
était un facteur pronostique indépendant qui peut présenter un intérêt dans la sélection des
populations de patientes susceptibles de bénéficier d’un traitement anti-angiogénique. Il a
cependant été noté une forte hétérogénéité de distribution et une grande variété de mor-
phologie des vaisseaux.
Par ailleurs, Labiche et al. ont également montré qu’une forte proportion de stroma est
associée à un comportement plus agressif des tumeurs de stade avancé [Labiche et al.,
2010]. Ces auteurs ont toutefois observé une grande hétérogénéité dans la répartition des
différents compartiments stromaux et conclu qu’une analyse plus fine de la composition
tissulaire et cellulaire du compartiment stromal était nécessaire pour mieux comprendre
son rôle et pour juger de son impact dans la progression tumorale. Une étude antérieure,
menée, par une autre équipe, sur le cancer du rectum, a déjà montré l’intérêt d’évaluer la
proportion des différents compartiments stromaux intratumoraux [Ueno et al., 2004].

Dans ce contexte, le but de cette thèse est de contribuer à la caractérisation et à l’éva-
luation automatisées de la proportion des différents compartiments stromaux au sein des
tumeurs ovariennes, par traitement d’images de lames histologiques virtuelles.



8 Chapitre 1 - Justification de l’étude et État de l’art du domaine biomédical

1.2 Analyse microscopique des tumeurs ovariennes

Il est possible de visualiser et de caractériser les tumeurs ovariennes sur une coupe
histologique avec une coloration appropriée et à l’aide d’un microscope. Il existe de nom-
breuses techniques de préparation des échantillons et de nombreuses techniques de micro-
scopie. Nous n’allons évoquer que la microscopie à fond clair, qui est celle journellement
utilisée par le pathologiste pour établir son diagnostic. Nous allons également restreindre
la description de la technique de préparation des échantillons à celle pratiquée au sein du
laboratoire de pathologie du centre François Baclesse pour les lames de cette étude. Sous
ces conditions opératoires, nous pourrons alors décrire la structure histologique du cancer
de l’ovaire et du stroma des tumeurs telles que les pathologistes peuvent les observer.

1.2.1 Techniques de préparation du tissu histologique

Dans le cas d’une observation par transparence avec un microscope à fond clair, l’épais-
seur de l’objet à observer doit être assez fine pour que la lumière émise par la source lu-
mineuse puisse traverser la préparation. C’est la raison pour laquelle on réalise des coupes
de tissu d’environ 5µm d’épaisseur. Cette préparation est réalisée en plusieurs étapes.

– Tout d’abord, la pièce d’exérèse chirurgicale que l’on souhaite observer est plon-
gée dans du formol. Ceci permet de figer les structures dans un état le plus proche
possible de l’état vivant et de leur donner la résistance nécessaire à toutes les mani-
pulations ultérieures.

– La pièce est ensuite déshydratée dans des bains d’alcool de degré croissant. La tu-
meur est enfin incluse en paraffine. Le tissu ainsi durci peut alors être coupé finement
et conservé pendant plusieurs années.

– Le bloc est classiquement débité au microtome en fines sections de 2 à 5µm d’épais-
seur.

– La section est alors étalée sur une lame de verre.

– Elle est ensuite déparaffinée, puis colorée par des techniques de coloration panop-
tiques, histochimiques ou immunohistochimiques. Les colorations panoptiques per-
mettent de réaliser une analyse topographique et structurale de la section. On peut
citer comme exemple la coloration « Hématoxiline Éosine » ou « Hématoxiline Éo-
sine Safran », utilisées quotidiennement par les pathologistes pour le diagnostic. Les
colorations histochimiques s’appuient sur les propriétés physico-chimiques des co-
lorants et des composants du tissu. Elles sont réalisées ponctuellement au laboratoire
d’anatomie pathologique pour mettre en évidence une structure difficile à identifier.
Le matériel basal épithélial est, par exemple, mis en évidence par le PAS (Periodic
Acid Schiff ). Les colorations immunohistochimiques utilisent les propriétés de re-
connaissance antigène-anticorps des tissus. Elles sont énormément utilisées au labo-
ratoire d’anatomie pathologique depuis une quinzaine d’années pour révéler la pré-
sence de molécules particulières, d’intérêt diagnostique ou pronostique, comme les
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protéines qui contrôlent le cycle cellulaire. Le site de la réaction antigène-anticorps
est classiquement révélé par une réaction enzymatique colorée.

– Le tissu est enfin recouvert d’une fine lamelle de verre ou de plastique, collée à la
résine, pour être protégé et visualisé.

a) b) c) d) e)

FIG. 1.1 – Le processus de préparation d’une lame histologique. a) La pièce d’exérèse
b) Un fragment de tissu inclus en paraffine c) Le microtome qui permet de découper le
bloc en fines sections d) L’étalement d’un ruban de paraffine sur une lame de verre e)
L’automate de coloration.

Ces différentes étapes doivent être effectuées avec grand soin pour limiter les artefacts
et la perte d’une partie des informations contenues dans le tissu (plis, déchirures, dépôts
de colorant, perte d’antigénicité, marquage non uniforme, etc.).

1.2.2 Le microscope à fond clair

Une fois la lame histologique préparée, elle peut être observée à l’aide d’un disposi-
tif microscopique. Le microscope photonique à fond clair est classiquement utilisé. C’est
un instrument d’optique muni de deux lentilles convergentes, l’objectif et l’oculaire, qui
permettent de grossir l’image d’un objet (notion de grossissement) tout en préservant les
détails (notion de résolution et de pouvoir séparateur).
Le grossissement optique est une grandeur sans dimension qui correspond au rapport de
l’angle solide sous lequel est vu l’objet observé à travers l’instrument d’optique par rap-
port à celui sous lequel il est vu à l’œil nu.
Classiquement, les pathologistes observent une lame histologique à faible grossissement,
2X ou 4X, avant d’observer les zones « intéressantes » à un plus fort grossissement (jus-
qu’à 100X avec immersion de la lentille objectif dans l’huile).
La résolution des images, acquises par la suite, dépendra de l’objectif utilisé, mais égale-
ment du pouvoir séparateur des lentilles (cf. Annexe A).

1.2.3 Structure histologique du cancer de l’ovaire

Le diagnostic histologique de la tumeur de l’ovaire repose sur l’examen macrosco-
pique et microscopique de la lésion ovarienne et de ses atteintes péritonéales éventuelles.
Chaque tissu constitutif de l’ovaire (épithélium ovarien de surface, cellules germinales,
stroma spécifique des cordons sexuels et stroma non spécifique) peut être à l’origine d’une
tumeur. Les tumeurs d’origine épithéliale (appelées carcinomes) représentent plus de 85%
des cancers de l’ovaire [Kerbrat et Fervers, 1999]. La suite du manuscrit se focalisera uni-
quement sur les cancers épithéliaux de l’ovaire.
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1.2.4 Structure histologique du stroma des tumeurs

Le carcinome ovarien est une structure complexe comprenant un compartiment épithé-
lial tumoral et un compartiment stromal non tumoral.
Cette section va rapidement décrire la structure du tissu conjonctif. Elle fait largement ré-
férence au travail de thèse d’Alexandre Labiche [Labiche, 2008] et les lecteurs souhaitant
de plus amples détails pourront s’y référer. Le tissu conjonctif est principalement constitué
de matrice extracellulaire et d’éléments « figurés1 », correspondant aux cellules.

1.2.4.1 Les éléments figurés

Fibroblastes/myofibroblastes/cellules mésenchymateuses Ces trois éléments, aussi ap-
pelés cellules de soutien, ont une origine mésenchymateuse2 commune.
Les fibroblastes sont les cellules les plus abondantes du stroma. Elles sont allongées, fusi-
formes, possèdent un noyau ovoïde et ne sont pas entourées de basale. Leur rôle principal
consiste en la production de molécules de la matrice extracellulaire comme les collagènes,
les polysaccharides, les fibronectines, et en le remaniement de celles-ci.
Les myofibroblastes sont définis par la présence, en périphérie du cytoplasme, de myofila-
ments d’actine de forme α et de myosine, qui leur confèrent des propriétés contractiles. À
la différence des fibroblastes, les myofibroblastes présentent des fragments de lame basale.
Les myofibroblastes ne sont pas présents dans les tissus « normaux », ce sont des cellules
réactionnelles qui sont retrouvées dans des processus physiologiques comme la cicatrisa-
tion, mais également dans des conditions pathologiques comme la fibrose ou les tumeurs
[Eyden, 2005].
Les cellules mésenchymateuses sont de petites cellules étoilées d’aspect indifférencié.
Elles baignent dans une matrice intercellulaire pauvre en fibres.

Les cellules inflammatoires Les cellules inflammatoires peuvent être séparées en cel-
lules de l’immunité innée (cellules dendritiques, cellules Natural Killer (NK), macro-
phages, leucocytes polynucléaires et mastocytes) et en cellules de l’immunité adaptative
(les lymphocytes T sécréteurs et cytotoxiques, les lymphocytes B et les plasmocytes sé-
créteurs d’anticorps qui en dérivent).
Les cellules de l’immunité innée sont la première ligne de défense contre des agents étran-
gers. Ces molécules sont également capables d’activer les réponses vasculaires et fibro-
blastiques, nécessaires à l’élimination du corps étranger et à la réparation tissulaire. La
majorité des études actuelles leur attribuent pourtant des propriétés pro-tumorales [Cous-
sens et Werb, 2002].
On identifie fréquemment dans les tumeurs :

– des macrophages qui sont de grandes cellules (30µm de diamètre) avec un noyau
volumineux et réniforme et de grandes extensions cytoplasmiques.

1Cette dénomination vient d’une analogie avec l’étude du sang où les différentes structures histologiques
(globules rouges, leukocytes, etc.) sont nommés ainsi par opposition au plasma qui, composé principalement
d’eau, d’ions et de différentes molécules, semble vide.

2C’est-à-dire qu’ils dérivent du mésoderme, l’un des feuillets de l’embryon.
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– des mastocytes qui sont également de grandes cellules (20µm de diamètre) de forme
arrondie avec une forte densité de granules intracytoplasmiques. Leur noyau est rond
ou ovale.

– des polynucléaires qui sont des cellules caractérisées par un noyau polylobé qui
donne l’illusion d’être multiple. On en distingue différents types (basophiles, éosi-
nophiles, neutrophiles) selon la taille et la « colorabilité » de leurs granules cytoplas-
miques.

Le rôle des cellules de l’immunité adaptative (ou immunité acquise) au sein des tu-
meurs paraît plus ambivalent. Ainsi, les lymphocytes B seraient capables de supprimer les
effets anti-tumoraux des lymphocytes T cytotoxiques [Tan et Coussens, 2007].

– Les lymphocytes T sont de petites cellules (10µm de diamètre) rondes presque en-
tièrement occupées par leur noyau qui est assez dense. Le cytoplasme est réduit à
une mince couche.

– Les lymphocytes B sont légèrement plus grands, principalement car leur cytoplasme
est plus abondant. Ils donnent naissance aux plasmocytes qui fabriquent les anti-
corps et se caractérisent par un cytoplasme abondant et un noyau excentré.

La vascularisation Comme pour tout organe, la tumeur a besoin d’une vascularisation
lymphatique et sanguine pour survivre et croître. Les échanges biologiques nutritionnels
et respiratoires sont en effet assurés par le sang et la lymphe. Le développement de nou-
veaux vaisseaux n’est censé intervenir qu’au moment de l’embryogenèse, du cycle ovarien
et lors de la cicatrisation des plaies. Une néovascularisation est pourtant rencontrée dans
les tumeurs cancéreuses. Elle peut être déclenchée par de nombreux signaux tels que le
stress métabolique (hypoxie ou hypoglycémie) ou mécanique (pression générée par des
cellules en prolifération), une réponse inflammatoire ou encore des mutations génétiques
[Carmeliet et Jain, 2000].
Les capillaires sanguins sont formés d’une couche endothéliale continue et d’un manchon
de cellules péricytaires qui ont des propriétés contractiles et qui stabilisent les cellules en-
dothéliales.
Les capillaires lymphatiques sont formés d’une couche unique, et souvent discontinue, de
cellules endothéliales de forme aplatie. Leur diamètre est supérieur à celui des capillaires
sanguins. Ils sont moins nombreux que ces derniers et leur paroi est plus souple.
Par comparaison avec la vascularisation des tissus normaux, le réseau vasculaire tumo-
ral est décrit comme « mal formé », « aberrant ». Les capillaires tumoraux sont tortueux,
ils présentent des embranchements excessifs, un diamètre irrégulier, ce qui aboutit à une
organisation hiérarchique irrégulière de l’arbre vasculaire.

1.2.4.2 La matrice extracellulaire

Les espaces acellulaires tumoraux sont constitués d’une « substance fondamentale »,
la matrice extracellulaire (MEC). Cette matrice est définie comme un enchevêtrement de
macromolécules qui peuvent être de trois types : glycoprotéines fibreuses (les collagènes
et les fibres élastiques), glycoprotéines adhésives (les laminines et les fibronectines) et
polysaccharides (les glycosaminoglycanes et les protéoglycanes). La MEC peut se trou-
ver soit sous forme de fines couches condensées, les basales épithéliales, vasculaires ou
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musculaires, soit sous une forme interstitielle fibreuse ou optiquement vide. La matrice
interstitielle est particulièrement abondante dans le tissu conjonctif, son organisation peut
varier en fonction de sa localisation. Elle peut être composée de fibres de collagène al-
longées et ondulées, disposées en strates, elle forme ainsi le stroma mature. Le stroma
immature est, quant à lui, constitué d’un arrangement aléatoire et lâche de fibres. Outre
un rôle de soutien, elle a également un rôle régulateur important et subit un remaniement
perpétuel en fonction de la localisation tissulaire, du stade de développement, du proces-
sus physiologique (cicatrisation) ou physiopathologique (arthrose, cancers, etc.) [Bosman
et Stamenkovic, 2003].

1.3 Nouvelles technologies d’imagerie microscopique et
de traitement d’images

Classiquement, les lames histologiques sont observées par le pathologiste à l’aide d’un
microscope. Les microscopes équipés d’une caméra permettent d’enregistrer l’image d’un
champ microscopique pour archive, pour analyse ou détection de structures particulières.
Les mesures réalisées à partir d’un seul cliché ne sont cependant pas forcément représen-
tatives de la lame entière car le contenu de celle-ci est souvent hétérogène. Des dispositifs
apparus depuis la fin des années 1990 permettent d’acquérir une image de la totalité de la
préparation : on obtient une lame virtuelle.
Nous allons présenter dans les paragraphes suivants les caractéristiques de ces appareils
d’acquisition et des lames virtuelles produites. Nous énoncerons ensuite les principaux
problèmes liés à l’utilisation des lames virtuelles. Nous passerons ensuite en revue les
différentes solutions de la littérature pour la classification ou la segmentation des lames
virtuelles en général et du stroma tumoral en particulier.
Nous terminerons ce chapitre en proposant les pistes qui nous ont paru les plus intéres-
santes pour réaliser la caractérisation des différents types de compartiments stromaux sur
des lames virtuelles de carcinome ovarien.

1.3.1 Acquisition et caractéristiques des images

1.3.1.1 Les systèmes d’acquisition

Notion de microscopie virtuelle :

Par dispositifs de « microscopie virtuelle », on entend tout d’abord l’acquisition et le
stockage d’images numériques de structures microscopiques, puis ensuite leur visualisa-
tion par l’intermédiaire d’un écran d’ordinateur (ou équivalent) sans utiliser de microscope
[Rojo et al., 2006]. Lorsque la totalité de la lame est acquise, on parle de « Lame Virtuelle »
(ou Virtual Slide en anglais).
Les lames virtuelles possèdent plusieurs avantages sur la microscopie classique :

– la possibilité de pouvoir se situer spatialement à tout moment par rapport à une
miniature de la lame. Auparavant, les pathologistes étaient obligés de se constituer
leur propre « image mentale ».
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– le fait qu’il n’y ait pas de rupture dans la navigation en z sur une zone d’intérêt
puisqu’elle est assistée de manière logicielle. Auparavant, l’observation était inter-
rompue par le changement d’objectif du microscope et la mise au point qui s’en
suivait.

– la simplification de la gestion et de la manipulation des lames (l’utilisation de la lame
virtuelle évite d’envoyer, pour avis, la lame originale à distance, ce qui la préserve
de toute perte ou détérioration).

– la conservation de l’information (l’intensité de coloration ne faiblit pas avec le temps
sur l’image acquise, alors qu’elle s’altère pour la préparation microscopique).

– la facilité de duplication et de partage de l’information (physiquement sur site ou à
distance par simple recopie du fichier image).

Les applications proposées sont multiples : examen collectif de lame [Ho et al., 2006],
télépathologie [Tsuchihashi et al., 2008], enseignement [Helin et al., 2006, Dee et al.,
2003], stockage dans le Dossier Médical Personnel (DMP) du patient, et bien sûr analyse
d’images de tout ou partie de la lame.

Les différents systèmes de microscopie virtuelle :

Les premiers systèmes d’acquisition de lames virtuelles apparurent vers le milieu des
années 1990 [Ferreira et al., 1997]. Ils étaient constitués d’un microscope à platine motori-
sée sur lequel était fixée une caméra d’acquisition, le tout étant contrôlé par un ordinateur
qui synchronisait la prise de vue.
Les concepteurs ont dû faire face à plusieurs difficultés. Les dispositifs de microscopie
virtuelle ne permettaient d’acquérir qu’une portion de l’image, car les ordinateurs ne pos-
sédaient pas suffisamment de mémoire vive pour contenir une image de la lame entière.
En outre, les temps d’acquisition des premiers systèmes de numérisation étaient très longs
(de deux jusqu’à une quinzaine d’heures pour obtenir une image d’une lame entière). Ces
délais étaient parfois imposés par des platines motorisées peu rapides, mais étaient le plus
souvent dus aux temps de calcul nécessaires pour créer une image de bonne qualité, sans
artefacts de recouvrement entre les champs microscopiques.
D’autres défauts pouvaient également être rencontrés pour les systèmes qui n’utilisaient
pas une illumination stabilisée ou qui ne corrigeaient pas le vignetage 3 des images. La res-
titution couleur des images était alors instable et empêchait une analyse d’images fiable.

Les systèmes actuels ont pris en compte ces difficultés et ont, pour la plupart, corrigé
ces défauts. On peut dénombrer trois classes de systèmes de microscopie virtuelle.

- Les microscopes à platine motorisée : Descendants des premiers systèmes de micro-
scopie virtuelle, ils possèdent des platines motorisées à déplacement rapide et précis. Ils
sont pilotés par un ordinateur, lui-même relié à un serveur pour stocker les images. Ils
sont équipés d’un capteur CCD4 matriciel qui permet d’acquérir des clichés successifs des
champs microscopiques. On retrouve parmi ces systèmes le « BLISS » des laboratoires

3Le vignetage est le défaut d’un appareil de prise de vues ou de projection qui se traduit par un assom-
brissement des angles ou du centre de l’image.

4Charged Coupled Device
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Bacus, le « .Slide » d’Olympus Soft Imaging System, « l’Eclipse » de Nikon ou « l’Alias »
de LifeSpan Biosciences. On trouve également des systèmes totalement intégrés avec juste
une ouverture pour introduire la lame. Ils contiennent les principaux éléments d’un micro-
scope (platine motorisée, lentille, objectif(s), voire même chargeur de lames) mais pas
d’oculaire. Ces appareils sont contrôlés par un ordinateur généralement inclus dans le sys-
tème, parfois en compagnie d’un serveur. Parmi ces systèmes figurent le « Coolscope » de
Nikon dans sa version automatisée et certains appareils de la gamme « Mirax » de Carl
Zeiss, tels le « Mirax Scan » et le « Mirax Desk » (cf. figure 1.2).

a) b) c)

FIG. 1.2 – Microscopes à platine motorisée : a) Le BLISS des laboratoires Bacus b) Le
Mirax Scan commercialisé par Carl Zeiss c) Le Coolscope de Nikon.

- Les scanners de lame : Ce sont des systèmes intégrés. Ils utilisent un capteur sous
forme de barrette CCD. La lame est acquise entièrement par bande de la largeur du capteur.
L’avantage est que le focus peut être différent à chaque ligne de capture, alors qu’avec un
système basé sur une acquisition par imagette (caméra), le focus est identique pour toutes
les lignes de l’imagette. On retrouve parmi ces systèmes des scanners photographiques à
faible résolution comme ceux de la gamme « SuperCoolScan » 8000 ou 9000ED de Nikon
(4000 dpi), mais également des scanners de résolution microscopique (54000 dpi pour le
grossissement objectif X20) comme dans la gamme d’appareils « ScanScope » d’Aperio
Technologies et la gamme « Nanozoomer » d’Hamamatsu (cf. figure 1.3).

a) b) c)

FIG. 1.3 – Scanners de lame histologiques : a) Le SuperCoolScan 9000 ED de Nikon, b)
Le ScanScope CS d’Aperio Technologies, c) Le NanoZoomer d’Hamamatsu.

- Les champs de microscopes : Cette dernière catégorie comprend un seul système, le
« DX-40 » commercialisé par la société Dmetrix et développé initialement par Weinstein
[Weinstein et al., 2004] à l’université de Tucson. Il est appelé « champ de microscopes »
car il inclut une grille de 80 lentilles, agissant comme des mini-microscopes, qui per-
mettent de couvrir toute la lame en une seule prise de vue (cf. figure 1.4).
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a) b)

FIG. 1.4 – a) Le DX-40 de Dmetrix b) La grille de 80 lentilles de 1,5mm de diamètre du
DX-40.

Les caractéristiques des systèmes de microscopie virtuelle :

Les différents systèmes se différencient par plusieurs caractéristiques matérielles (qua-
lité des objectifs, du capteur, de l’illumination) ou logicielles (focus, assemblage d’images
élémentaires) qui au final font grandement varier la qualité de l’image obtenue, la vitesse
d’acquisition et le prix de l’appareil.

- Objectif : La plupart des systèmes possèdent un objectif X20. Cet objectif peut souvent
être remplacé, mécaniquement ou manuellement par un X40, un X60, voire un X100 à
immersion. Certains systèmes proposent également des objectifs allant du X1.25 au X10.
Sur les systèmes les plus courants, cependant, les grossissements inférieurs au X20 sont
obtenus de manière logicielle. Selon la qualité de l’objectif, l’ouverture numérique est
plus ou moins grande et la correction des aberrations chromatiques et/ou géométriques
plus ou moins poussée. Des lentilles additionnelles qui agrandissent l’image obtenue à la
sortie de l’objectif (sans toutefois améliorer le pouvoir séparateur du système) sont parfois
intercalées sur le trajet optique (doubleurs de focale).

- Capteur : La plupart des caméras ou scanners utilisés exploitent des capteurs CCD ou
plus rarement des CMOS5. Les microscopes motorisés utilisent une matrice de capteurs
(de 3840x3072 pixels pour l’Eclipse), les scanners une barrette (de 2048 pixels pour le
ScanScope). Le capteur peut être tri-CCD (Nanozoomer) ou mono-CCD couleur, utilisant
un filtre de Bayer (Coolscope), dont la restitution couleur est médiocre pour l’analyse
d’images.

- Résolution : La résolution finale de l’image varie en fonction de la résolution op-
tique de l’objectif et de l’échantillonnage réalisé par le capteur utilisé. Elle est influencée
également par l’interposition de différents adaptateurs (réducteurs de champ, etc.). Cou-
ramment, ces dispositifs fournissent des tailles de pixel comprises entre 0,32µm et 0,5µm
pour un objectif X20, et comprises entre 0,16µm et 0,25µm pour un objectif X40.

5Complementary Metal Oxyde Semiconductor
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- Illumination : Le système peut utiliser une lampe halogène (.Slide), des LED6 mo-
nospectrales (Coolscope) ou multispectrales (Alias, DX-40). Certains systèmes possèdent
une source et des filtres spéciaux permettant de faire de la microscopie en fluorescence
(Nanozoomer).

- Autres caractéristiques matérielles : Certaines options destinées à l’utilisation en
clinique peuvent être ajoutées comme un passeur de lames pour automatiser l’acquisition
d’un grand nombre de lames (jusqu’à 300 lames pour le Mirax scan) ou bien un joystick
permettant de contrôler plus aisément la platine motorisée.

- Focus : La méthode utilisée pour régler la netteté des images influe de manière très
importante sur le temps d’acquisition et sur la qualité finale des images. La mise au point
peut être réalisée en choisissant pour chaque pixel, groupe de pixels ou pour l’image en-
tière, le plan apportant le plus de netteté parmi ceux disponibles (Mirax). Elle est le plus
souvent basée sur une recherche du maximum de contraste à partir d’acquisitions multiples
de plans en z. Le calcul de cette mise au point peut être effectué à différentes fréquences :

– Le focus peut être réalisé à chaque champ microscopique. Ce mode de focus est
long, mais c’est celui qui donne les images les plus nettes, même en cas d’objets au
relief inégal (cytologie).

– La mise au point peut être réalisée pour un champ et être appliquée telle quelle aux
champs voisins. Cette méthode est plus rapide que la première, car il y a moins de
champs à mettre au point, mais certaines zones peuvent être floues, particulièrement
si l’échantillonnage des points de focus est insuffisamment réparti 7.

– Le focus peut enfin être réalisé en établissant, préalablement à l’acquisition, une
carte en z : la mise au point est effectuée en différents champs de la lame (choisis
manuellement, de manière régulière ou automatiquement par échantillonnage régu-
lier sur les zones de tissu préalablement détectées) et le déplacement en z pour tous
les autres points de la lame est interpolé à partir du z optimal des régions mesurées.
Cette méthode est souvent préférée pour son compromis entre la netteté et le temps
d’acquisition.

Il est cependant à noter que le problème de focalisation est moins critique sur les sec-
tions histologiques (où le tissu est épais) que sur les cytologies (où les cellules n’ont que
quelques microns d’épaisseur).

- Juxtaposition : le « mosaïquage » des bandes ou des champs microscopiques acquis
peut être réalisé soit par juxtaposition stricte (lorsque la platine motorisée est très précise),
soit en réalisant une acquisition avec recouvrement entre les clichés des champs ou bandes
qui sont ensuite recalés de manière logicielle. Les systèmes de scanners sont ici avantagés
car ils ne nécessitent un recouvrement que sur les côtés de la bande, alors que les systèmes
utilisant des clichés de champs microscopiques nécessitent un recouvrement sur les quatre
bords de l’image.

6Light Emitting Diode
7Une périodicité de quelques champs permet souvent d’obtenir un bon compromis entre qualité du focus

et temps de calcul.
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- Temps d’acquisition : En fonction des caractéristiques précédentes et en fonction de
la qualité du matériel utilisé, le temps d’acquisition varie beaucoup. Il varie également
en fonction de l’aire scannée, de l’objectif utilisé, de l’utilisation éventuelle de cartes ou
de composants dédiés à la compression des images et de la vitesse de transfert entre le
dispositif d’acquisition et l’ordinateur (une connexion FireWire est généralement utilisée)
et entre l’ordinateur et le dispositif de stockage. Certains systèmes réalisent au préalable
une acquisition à faible résolution de la lame (soit en utilisant un appareil photo intégré
–ScanScope, Mirax–, soit en utilisant un petit objectif –.Slide–) afin de détecter le tissu
présent sur la lame pour éviter de scanner les zones de fond et limiter la zone de recherche
de points de focus. Afin d’augmenter la vitesse de capture d’une lame, certains systèmes
ont synchronisé la charge des capteurs CCD avec le mouvement de la platine (système
Time-Delay-and-Integration sur le Nanozoomer).
Au final, les temps d’acquisition pour la lame entière avec un objectif X20 sont de 1 minute
pour le système à champ de microscopes, de 10 à 15 minutes pour les scanners microsco-
piques et de 30 minutes à 12 heures pour les microscopes motorisés [Rojo et al., 2006].

1.3.1.2 Gestion des lames virtuelles

Le principal problème lié à la gestion des lames virtuelles est leur taille : de 3 à 10
Giga-octets pour une lame acquise au X20. Les problèmes qui en découlent concernent
le stockage et la visualisation (notamment à distance). Les réponses apportées sont la
compression et l’utilisation de formats de fichier dédiés.

- Compression : Parwani et Yagi, à raison de 2,7 Giga-Octet par cm2 de lame acquis,
estiment à 4000 Tera-octets les besoins de stockage annuels pour un gros service d’anato-
mie pathologique réalisant une acquisition de toutes ses lames [Parwani, 2006, Yagi et al.,
2005]. Dans ces conditions, le stockage de toutes les images des lames produites en routine
est actuellement impensable. C’est pourquoi, les images sont souvent enregistrées avec
une compression (JPEG8 – ou JPEG2000 – le plus souvent). Une compression avec perte
(ratio de 20:1 couramment) est souvent utilisée. Le format TIFF9 avec une compression
sans perte LZW10 peut également être proposé (mais à cause des limitations techniques du
format TIFF à un fichier d’une taille maximum de 4Go, ceci restreint la définition maxi-
male possible des images scannées11).
De manière générale, il est obligatoire d’utiliser une compression sans perte quand la tex-
ture fine des noyaux doit être observée ou analysée (cytologie par exemple). À l’inverse,
une compression avec perte est acceptable pour une simple observation des sections histo-
logiques. L’utilisation ou non de la compression sans perte est à apprécier en fonction des
mesures souhaitées.
Après compression, la taille d’une image est généralement comprise entre 150 et 1000
Moctets [Yagi et Gilbertson, 2005].

8Joint Photographic Experts Group
9Tag(ged) Image File Format

10Lempel-Ziv-Welch, du nom des chercheurs l’ayant découverte.
11Le format BigTiff proposé en 2007, et aujourd’hui intégré à la bibliothèque TIFF, permet de dépasser

cette limite pour stocker des images de plus d’un exaoctet !
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- Structure des fichiers : Afin de permettre une visualisation rapide sans surcharger la
mémoire, les images sont stockées dans des formats de fichier dédiés. Les principales pro-
priétés de ces fichiers sont de stocker l’information par bloc et d’enregistrer également des
versions décimées de l’image (structure d’image pyramidale).
Les images peuvent être stockées comme un ensemble d’images élémentaires (clichés
initiaux de champs microscopiques et sous-échantillons précalculés, tel le fichier .dat du
Mirax) ou sous forme d’une grande image tuilée (fichier .svs d’Aperio Technologies qui
est en réalité analogue à un TIFF tuilé multipage). Elles peuvent également être ultérieu-
rement redécoupées en petites imagettes (technologie Zoomify, utilisée notamment pour
la visualisation à travers un réseau distant). Ceci permet de ne décompresser et de ne char-
ger en mémoire que les imagettes ou tuiles dont les pixels sont présents à l’écran et non
l’image entière.
Le stockage de versions décimées de l’image permet d’accélérer les « zooms logiciels »
lors de l’affichage. L’accès à des résolutions non stockées est effectué par interpolation par
rapport à une résolution précalculée. Par exemple, dans les fichiers .svs d’Aperio Techno-
logies, pour une image acquise au X20, des sous-échantillons d’image au X10, X4 et X1
ainsi qu’une miniature de l’image sont stockés, en plus de la résolution originale (une
image de l’étiquette de la lame peut également être enregistrée dans le fichier).

- Logiciels de gestion des lames virtuelles : De nombreux logiciels sont proposés sur
le marché pour l’aide à la gestion des lames virtuelles. Outre la visualisation rapide des
images, ils proposent souvent un système d’annotation permettant de signaler des zones
d’intérêt, en ajoutant éventuellement un commentaire (cf. figure 1.5).

a) b)

FIG. 1.5 – Interfaces de logiciels de gestion des lames virtuelles : a) L’interface du logiciel
ImageScope d’Aperio Technologies b) L’interface du logiciel de visualisation de Trestle
Holdings (image provenant de [Yagi et al., 2005]).

Ces logiciels dédiés à la visualisation sont souvent complétés par, ou intégrés dans,
des outils logiciels permettant l’archivage des images en lien avec le dossier du patient :
affichage des données patient liées, recherche de toutes les lames d’un patient, de toutes
les lames d’une pathologie particulière, etc. (tel le « Spectrum » d’Aperio Technologies
ou « l’ICS » de Tribvn). Quelques-uns permettent également l’échange d’informations :
télépathologie, confrontation de l’avis de plusieurs experts sur une lame, etc. (telle la pla-
teforme « Teleslide » de Tribvn).
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Le problème majeur des logiciels de visualisation de lames est que souvent, ils ne fonc-
tionnent que pour le format d’image d’un seul système microscopique. Or chaque fabri-
cant possède son propre format de fichier, sa propre architecture de serveur, etc. Pour
répondre à ce problème, certaines équipes [Yagi et al., 2005] ont développé des méta-
systèmes permettant d’extraire les informations de chaque dispositif pour les intégrer au
« système d’information du laboratoire » (LIS Laboratory Information System) en atten-
dant que les fabricants d’appareils de numérisation microscopique adoptent un standard
commun comme le standard DICOM (Digital Imaging and COmmunications in Mede-
cine) qui permettra, à terme, l’intégration des lames virtuelles dans les PACS12, au même
titre que les images de radiologie, les images scanner et les images IRM [Zwonitzer et al.,
2007].
D’autres systèmes, enfin, proposent d’accéder à des programmes d’analyse d’images (inté-
grés ou extérieurs), plus ou moins interactifs, afin de détecter ou de mesurer des structures.
Ces traitements sont en général rudimentaires (seuillages manuels, etc.) et pratiquement
toujours limités à de petites zones de l’image. Les résultats de l’analyse peuvent sou-
vent être visualisés par ajout d’un overlay (créé à partir d’un fichier XML13 ou autre) sur
l’image originale.

- Visualisation : Afin de pouvoir observer l’image de la préparation de manière optimale
ou de pouvoir effectuer un contrôle de qualité, il est nécessaire d’adopter quelques règles
pour les écrans de visualisation. Ceux ci doivent avoir une résolution accordée avec la
taille du capteur d’acquisition. Il est également important que les écrans soient calibrés
afin d’offrir une restitution des couleurs constante et fiable.

1.3.1.3 Pourquoi exploiter les lames virtuelles ?

Outre la télépathologie, la révision de lame ou l’enseignement, de nombreuses autres
applications peuvent être réalisées avec les lames virtuelles : aide au diagnostic ou à
l’évaluation du pronostic par analyse d’images (détection de marqueurs immunohistochi-
miques, mesure de structures, grading automatique, etc.), indexation, recherche d’images
dans une base de données, etc.

1.3.2 Problèmes posés par le traitement d’images

Les problèmes posés par le traitement automatisé des images de la lame entière sont
de plusieurs ordres : la taille de ces images, la restitution des couleurs et le degré de
compression, qui peut affecter le rendu couleur et l’apparence des structures.

1.3.2.1 Taille des images

Les lames virtuelles à haute résolution ont une très grande taille. Si on considère que
la taille moyenne du tissu à acquérir est d’environ 4 cm2 et que l’on stocke l’image de

12Les Pictures Archiving and Communication Systems sont chargés d’archiver les images (ainsi que les
commentaires associés) concernant un patient puis de les communiquer à travers un réseau informatique.

13eXtensible Markup Language
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manière brute (sans information additionnelle, chaque pixel étant codé sur 3 octets), à une
résolution de 0,5µm par pixel (ce qui correspond au grossissement 20X du microscope),
le volume de l’image est d’environ 4,5 Go. Il est de 18 Go pour la même lame acquise au
40X.
Les algorithmes de traitement d’images ont souvent besoin, pour stocker les résultats in-
termédiaires, d’un espace de mémoire égal à plusieurs fois la taille de l’image traitée. La
taille mémoire ainsi demandée excède largement les capacités en mémoire RAM14 des
ordinateurs actuels.

Traitement par bloc Puisque la taille de l’image est trop importante pour que l’on
puisse traiter cette image en entier, la première idée qui vient à l’esprit est de la découper
en blocs et de traiter chaque bloc indépendamment. Cette approche comporte cependant
plusieurs inconvénients :

– la plupart des filtres basés sur un noyau de convolution ou un élément structurant ne
gèrent pas correctement les bords des images,

– les objets coupés par les bords de l’image sont incomplètement détectés,
– les objets situés sur les bords peuvent être détectés sur plus d’une image,
– les procédures de segmentation automatique qui prennent en compte le contenu glo-

bal de l’image ne recueillent pas forcément la même information d’un fragment à
l’autre et sont pris en défaut.

Pour répondre à ces inconvénients, il convient de travailler avec des images présentant un
recouvrement avec les huit blocs voisins. La taille du recouvrement doit être supérieure à
la demi-largeur du noyau de convolution ou de l’élément structurant des filtres utilisés. Elle
doit également être supérieure à la taille élémentaire des objets à détecter (à supposer que
celle-ci soit connue et fixe ; ce dernier point n’est pas vérifié, par exemple, dans la détection
des vaisseaux sanguins). De cette manière, l’utilisation des noyaux de convolution ou des
éléments structurants n’introduira pas d’artefact aux bords et tout objet sera entièrement
détecté dans la zone utile de l’image. Afin que les objets ne soient comptabilisés qu’une
seule fois, des règles supplémentaires doivent être ajoutées. Gundersen a ainsi développé
la règle de la « ligne interdite » (tiling rule) [Gundersen et al., 1988] qui indique que les
objets touchant les bords gauche et inférieur ne sont pas dénombrés (cf. figure 1.6). Miles
a proposé de ne compter que les structures dont un point caractéristique (le barycentre
par exemple) est situé à l’intérieur de la fenêtre de mesure (associated point rule) [Miles,
1978]. La règle dite de Miles-Lantuéjoul énonce, elle, qu’il ne faut conserver que les objets
non coupés par le bord de l’image. Afin toutefois de ne pas favoriser la détection des objets
de petite taille par rapport aux objets de grande taille, la fréquence des objets comptabilisés
doit être pondérée par un facteur F proportionnel à leur taille par rapport à la taille de la
fenêtre de mesure [Lantuéjoul, 1978] :

F =
X Y

(X −Dfx
)(Y −Dfy

)
, (1.1)

oùX et Y sont les dimensions de la fenêtre de mesure etDfx
etDfy

les diamètres de Feret
horizontaux et verticaux de l’objet.
Afin de ne pas trop augmenter le temps de calcul par rapport à une image sans recouvre-
ment, la taille de l’image utile doit, si possible, rester grande devant la taille du recouvre-

14Random Access Memory
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ment.

FIG. 1.6 – Le principe de la ligne interdite pour le dénombrement d’objets selon Gunder-
sen [Gundersen et al., 1988] : seuls les objets ne touchant pas les bords gauche et inférieur
de l’image (ligne rouge) sont comptabilisés (objets verts).

Dans le cas où des informations globales (positionnement dans une zone d’intérêt,
etc.) sont nécessaires pour la segmentation locale, la taille de l’image doit être adaptée en
utilisant une résolution pertinente ou bien en utilisant un processus de plus haut niveau
(masque, multirésolution, etc.).

1.3.2.2 Restitution de la couleur des images

Lorsque l’information couleur est discriminante, il est important de s’assurer que la
restitution de la couleur est identique d’une acquisition à l’autre : d’une lame à une autre
lame de la même lésion, d’une lame à une autre lame de la même série de cas à analyser,
et d’un système d’acquisition à un autre. Pour y parvenir, il convient de veiller à mettre
en œuvre un protocole de coloration reproductible, à utiliser un éclairage homogène avec
une température de couleur stabilisée, à réaliser une calibration régulière de l’appareil
d’acquisition ou bien à appliquer une correction couleur de chaque image à traiter (en plus
de la correction systématique par un champ blanc) et ce, idéalement, par référence à une
lame étalon couleur.

1.3.2.3 Compression des images

Une autre difficulté peut être signalée : du fait de leur grande taille, les images sont
souvent enregistrées compressées avec perte15 (des ratios de 15:1 à 40:1 sont couramment
observés). En fonction de la précision de la mesure souhaitée, cette compression peut

15La compression JPEG comporte une étape de quantification dont le but est d’atténuer les hautes fré-
quences auxquelles l’œil humain est peu sensible. Selon la force de la quantification, les informations de
texture peuvent ainsi être partiellement ou totalement détruites.
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générer un bruit gênant, faire disparaître des détails pertinents des structures ou gommer
les détails des couleurs. Au même titre que la résolution d’acquisition, le mode et le type
de compression vont influer grandement sur la précision de la mesure.

1.3.3 État de l’art sur l’analyse d’images appliquée aux lames vir-
tuelles

L’analyse des images de lames histologiques est pratiquée depuis longtemps, mais
elle n’est appliquée que depuis une dizaine d’années aux lames virtuelles16. Nous allons
présenter quelques solutions proposées dans la littérature pour la classification ou la seg-
mentation de lames virtuelles en général, avant de passer en revue plus précisément les
articles traitant de la classification du stroma tumoral.

Selon Demir et Yener, il existe trois étapes dans le traitement des images d’histopatho-
logie [Demir et Yener, 2005] :

– une étape de prétraitement, incluant la correction de fond, le filtrage et la segmen-
tation des structures (par approche région – Ligne de Partage des Eaux ou k-plus
proches voisins – ou approche contour),

– une extraction des caractéristiques (morphologiques, topologiques, d’intensité, de
texture, fractales, etc.), suivie éventuellement d’un choix parmi ces caractéristiques,

– d’une prise de décision (test statistique de la conformité des caractéristiques avec
ce qu’elles devraient être ou machine learning – k-plus proches voisins, réseaux de
neurones, systèmes flous, arbres de décision, etc.–) suivie éventuellement de l’éva-
luation de la qualité du résultat.

La plupart des travaux que nous allons présenter respectent ce schéma.

1.3.3.1 Classification et segmentation de grandes images d’histologie

Une des premières équipes à avoir cherché à faire de la classification sur des images
plus grandes qu’un simple champ microscopique est celle de Hamilton et al. [Hamilton
et al., 1997]. Les auteurs ont cherché à discriminer la muqueuse dysplasique de la mu-
queuse normale dans le cancer colorectal par analyse de texture (utilisation d’un vecteur
de caractéristiques, composé de matrices de co-occurrence, de matrices de longueur de
plages, d’histogrammes des niveaux de gris, puis application d’une règle de classification
ad hoc) sur des imagettes de 256x256. La taille de l’image finale analysée dans l’article
est de 3040x2048 pixels.

D’autres stratégies ont été utilisées pour traiter cette fois-ci l’image entière.

- Traitement de l’image entière acquise à faible résolution L’équipe d’histo-imagerie
quantitative du GRECAN a mis au point dès 2003 des algorithmes pour détecter et quanti-
fier sur l’image d’une lame histologique entière les vaisseaux sanguins [Tran et al., 2003],
les cellules immunomarquées [Elie et al., 2003] et le compartiment stromal [Elie et al.,

16Les premières publications sur l’analyse d’image utilisant des lames virtuelles à haute résolution datent,
elles, de 2004-2005
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2005]. Ces algorithmes sont appliqués sur des images de lames scannées à basse résolution
(2700 ou 4000 points par pouce). La taille de l’image (de 40 Mo à 70 Mo) est suffisamment
petite pour pouvoir être chargée et traitée entièrement en mémoire, en quelques minutes,
par un PC du commerce. Des images à cette résolution ont également été utilisées pour
réaliser un système d’aide au diagnostic dans le cancer du sein : après une séparation des
zones stromales et épithéliales par analyse spectrale, les images, d’une base expertisée, les
plus similaires au cas étudié, sont présentées au pathologiste pour l’aider à prendre une
décision [Oger et al., 2008].
L’approche à faible résolution a également été utilisée par l’équipe de Tanke [Mesker
et al., 2003] : la recherche de cellules positivement marquées dans le cancer colorectal est
effectuée sur des images acquises à faible résolution (5000 points par pouce). Chantrain et
al. ont également utilisé un scanner de résolution 4000 points par pouce pour quantifier la
vascularisation au sein des tumeurs [Chantrain et al., 2003].
Cette approche est tout à fait pertinente pour dénombrer des compartiments cellulaires
(noyaux) ou des structures tissulaires (vaisseaux, stroma) et en apprécier la répartition,
comme l’ont montré les travaux de contrôle de qualité de Françoise et al. [Françoise et al.,
2005] et Elie et al. [Elie et al., 2005]. Par contre, on ne peut prétendre accéder, à cette ré-
solution de 4000 ou 5000 ppp (soit une résolution linéaire de 6,3µm ou 5,1µm par pixel)
aux fins détails cellulaires. Il faut pour cela utiliser une image plus résolue.

- Traitement de l’image par bloc Comme nous l’avons vu précédemment, une des so-
lutions possibles pour traiter une image à forte résolution de la lame entière est de la
découper et de traiter les imagettes indépendamment. La société Aperio Technologies a
ainsi développé des algorithmes permettant de quantifier certains marquages membra-
naires et nucléaires. Les algorithmes se basent principalement sur des seuillages couleur,
sur des opérateurs de morphologie mathématique et sur l’extraction de paramètres mor-
phologiques (taille, forme, nombre des noyaux). Ils sont appliqués sur des imagettes –de
résolution 0,5µm par pixel– de 1000x1000 avec un recouvrement de 100 pixels17 dans
toutes les directions. Bien que le traitement soit théoriquement possible sur la lame en-
tière, il est généralement appliqué à des zones d’intérêt [Olson, 2006]18.
Mete et al. ont également utilisé le découpage de l’image en blocs pour la détection au-
tomatique des zones malignes dans les cancers de la tête et du cou [Mete et al., 2007].
Ils utilisent des imagettes –de résolution 0,25µm par pixel– de 128x128 avec un recouvre-
ment de 64 pixels dans toutes les directions. Ils transforment ces imagettes dans le système
HSV puis apprennent sur 700 imagettes les couleurs les plus fréquentes dans les zones ma-
lignes. L’histogramme des couleurs apparaissant dans les cellules cancéreuses sert ensuite
de vecteur de caractéristiques pour la classification des imagettes. Le temps de traitement
est d’environ 280 secondes pour une image de taille 8000x8000 (sur un Pentium IV ca-
dencé à 2,4GHz avec 1Go de mémoire RAM).
Mosaliganti et al. souhaitent étudier les changements de phénotypes sur des embryons
de souris après manipulation du génotype. Pour ce faire, ils réalisent entre 500 et 1200
coupes sériées de l’embryon, acquises à 0,5µm par pixel (soit environ 1,7 To de données),
segmentent les structures d’intérêt sur chaque coupe, les recalent puis les reconstruisent
en 3-dimensions [Mosaliganti et al., 2008]. L’étape de segmentation est réalisée sur des

17Cette valeur a été choisie en fonction de la taille maximum théorique du diamètre d’un noyau.
18Il est à noter qu’une telle approche ne rend pas compte de l’hétérogénéité de distribution des structures

ou des marqueurs très fréquente sur les sections de tumeurs
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patchs de 20x20 pixels qui sont classés par un calcul de maximum de vraisemblance basé
sur un vecteur de caractéristiques couleurs et morphologiques.
Le découpage par bloc permet de résoudre le problème de la taille de l’image. En revanche,
il ne résout en rien le problème de temps de calcul lorsque les algorithmes deviennent plus
complexes. C’est pourquoi l’analyse par blocs est souvent couplée à une analyse multiré-
solution.

- Analyse Multirésolution L’analyse multirésolution est fondée sur une constatation :
tous les détails ne sont pas nécessaires à l’identification d’une structure. Il est ainsi parfois
nécessaire d’atteindre un certain niveau d’abstraction pour réaliser une bonne segmen-
tation [Signolle et al., 2008]. Plusieurs approches ont été développées : classification à
plusieurs résolutions, raffinement de la segmentation en fonction du niveau de résolution,
pénalité appliquée à la segmentation en fonction du niveau de résolution ou apprentissage
de la résolution optimale de segmentation.
Ficsor et al. proposent ainsi de segmenter, dans le cancer du colon, les noyaux et l’épithé-
lium à pleine résolution (0,24µm par pixel), alors que les glandes sont détectées sur une
image décimée huit fois [Ficsor et al., 2008].
Dorandeu et al., dans le cadre de l’étude de la suture crânienne et de la quantification
vasculaire, ont privilégié une analyse à deux résolutions, une résolution de travail de 4µm
étant utilisée dans l’article [Dorandeu et al., 2008]. L’équipe de Paulette Herlin a, quant à
elle, préconisé d’analyser le nombre et la fraction de surface des sections de vaisseaux à
basse résolution (entre 7µm et 30µm) mais de visualiser le résultat de détection à pleine
résolution (0.23µm) [Herlin et al., 2006].
He et son équipe ont proposé une stratégie multirésolution dans laquelle les blocs d’une
image sont tout d’abord classés à faible résolution. Les frontières des régions ainsi créées
sont ensuite affinées à haute résolution [He et al., 2005]. Wang et son équipe ont appliqué
cette méthode pour la segmentation de l’épithélium squameux dans le cancer du col de
l’utérus [Wang et al., 2007]. Le temps de traitement est d’environ 3 heures pour une lame
(scannée au 40X) de 152000x42000 pixels sur un PC équipé d’un Pentium IV 3,4GHz
avec 2Go de mémoire RAM, ce qui est trop important pour une application de routine en
clinique. À l’intérieur de l’épithélium, à pleine résolution, les zones de néoplasie intra-
épithéliale sont ensuite analysées (aire, densité et répartition des noyaux) afin de classer
des imagettes de taille 250x250 [Wang, 2008].
Apfeldorfer et ses collaborateurs souhaitent caractériser un modèle murin de l’asthme
chronique en analysant l’inflammation dans des sections de poumon. Pour cela, des me-
sures sont réalisées sur plusieurs marqueurs, segmentés à différentes résolutions, en utili-
sant principalement les seuillages proposés par le logiciel d’analyse d’images de Definiensr

et des ensembles de règles, spécifiques à chaque type d’objet détecté [Apfeldorfer et al.,
2008].
Sertel et son équipe ont également choisi de réaliser une analyse multirésolution [Ser-
tel et al., 2009]. Ils cherchent à séparer les zones pauvres en stroma des zones qui en
sont abondamment fournies, dans le neuroblastome. Pour ce faire, ils utilisent un vecteur
de caractéristiques composé de paramètres de texture (paramètres issus de matrices de
co-occurrence et de Local Binary Pattern, déterminés sur les composantes L*a*b*). La
classification est réalisée avec un classifieur k-plus proches voisins pondéré en fonction
du niveau de décimation. Alors que dans un k-plus proches voisins classique, la classe de
l’élément considéré est choisie en fonction de la classe majoritaire de ses voisins, les au-
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teurs imposent, par exemple, que, à la plus basse résolution, 90% des voisins appartiennent
à une classe identique pour que leur vote soit pris en compte. Sinon, le classement est réa-
lisé à la résolution supérieure, où le pourcentage exigé ne sera plus que de 80%, et ainsi
de suite jusqu’à la plus forte résolution. Ceci permet d’adapter la classification au contenu
de l’image et d’économiser environ 85% de temps de calcul.
Kong et al. ont également proposé une stratégie permettant d’utiliser la résolution optimale
pour la classification, selon le degré de différenciation, d’images de neuroblastome [Kong
et al., 2007b]. Ils utilisent un vecteur de caractéristiques (entropie, homogénéité de la
matrice de co-occurrence, moyenne et variance dans un voisinage local, déterminés à par-
tir des composantes L*a*b*) calculé sur différentes structures préalablement segmentées.
Les caractéristiques de ce vecteur sont apprises à chaque résolution à partir d’une base
d’images d’apprentissage. La phase de classification des imagettes (de taille 512x512)
commence à basse résolution. Les caractéristiques de l’imagette sont projetées dans le
sous-espace des caractéristiques des images d’apprentissage. Si elles ne sont pas incluses
dans une zone de confiance prédéterminée, l’analyse est poursuivie à la résolution supé-
rieure. Les auteurs soulignent que cette approche leur a permis de diminuer de moitié le
temps de calcul.
Kong et al. [Kong et al., 2007a, Kong et al., 2009], sur le même problème, ont également
suggéré d’utiliser une autre règle de contrôle de transition entre les résolutions. À partir de
leurs caractéristiques, les imagettes sont classées, depuis la plus basse résolution, par sept
classifieurs différents (SVM, k-plus proches voisins, etc.). Chacun des classifieurs possède
un indice de confiance préalablement appris. La classe finale est déterminée par le vote ma-
joritaire des classifieurs. Si la somme des indices de confiance des classifieurs ayant voté
pour la classe est inférieure à un seuil, l’analyse est menée à la résolution supérieure.

- Utilisation d’architectures dédiées Afin de diminuer le temps de calcul, certains au-
teurs ont également proposé d’utiliser des architectures matérielles dédiées : une grille
de calculateurs [Hastings et al., 2005, Görtler et al., 2006], une carte graphique [Hong et
Wang, 2004, Ujaldon et Saltz, 2005], voire même une playstation 3 [Hartley et al., 2007].
D’autres auteurs ont proposé d’utiliser les instructions spécifiques des processeurs ou de
créer des cartes dédiées à certaines opérations coûteuses en temps de calcul [Diou et al.,
2002].
Parmi les études présentées ci-dessus, l’équipe de l’Ohio State University utilise une grille
composée de 64 nœuds, chacun étant équipé d’un processeur dual opteron 2.4GHz avec
8Go de RAM [Kong et al., 2007b, Kong et al., 2007a, Sertel et al., 2008, Kong et al.,
2008, Sertel et al., 2009, Kong et al., 2009]. Cette grille permet de paralléliser les cal-
culs sur chacune des imagettes. À titre d’exemple, dans [Kong et al., 2007b], la méthode
présentée permet de classer une image de taille 75000x68000 en 35 minutes. Dans [Kong
et al., 2007a], la méthode décrite permet de classer la même image en une demi-heure, en
n’utilisant que 32 des 64 nœuds.

Pour tous ceux qui ne peuvent accéder à une grille de calculateurs, qui constitue un
équipement onéreux difficilement envisageable en pratique clinique, d’autres voies ont été
explorées. Initialement, les cartes graphiques étaient dédiées aux jeux vidéo sur PC. Elles
sont utilisées pour recréer en temps réel les ombrages et les rendus de texture. Elles pos-
sèdent une taille mémoire relativement petite, mais avec une bande passante très élevée
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et des capacités de calcul très développées. Elles ont ainsi des performances supérieures
aux processeurs classiques [Sertel et al., 2007]. Certains auteurs [Ruiz et al., 2008, Ruiz
et al., 2009] ont remarqué que l’utilisation conjointe du processeur et de la carte graphique
était bénéfique. En effet, de par son architecture, la carte graphique va réaliser certaines
opérations (conversion RVB vers L*a*b* par exemple) de manière très rapide (la conver-
sion RVB vers L*a*b* d’une image 2048x2048 est 1000 fois plus rapide). En revanche,
d’autres opérations (calcul d’une matrice de co-occurrence) seront plus rapides sur un pro-
cesseur. En reprenant le travail de Sertel et al. [Sertel et al., 2008] présenté plus haut, et
en l’exécutant sur une machine équipée d’un processeur Core 2 Duo cadencé à 2.13 GHz
avec 2Go de RAM ainsi que d’une carte graphique GeForce 8800 GTX, les auteurs ont
réussi à descendre à un temps de 145 secondes pour une image d’environ 50000x50000
pixels. En utilisant une grille de 16 nœuds de multiprocesseurs (Opteron X2 2218) et de
multicartes graphiques (Quadro FX 5600), Hartley et al. ont obtenu des temps de traite-
ments records de 4 secondes pour une image de taille 33000x66000 à 11 secondes pour
une image de taille 110000x80000 !

Malgré les temps de calcul records atteints, les problèmes majeurs de l’utilisation des
cartes graphiques sont leur faible niveau de « programmabilité » (il existe peu d’outils
de développement, et ceux-ci demandent une bonne connaissance de l’architecture de la
carte) et la faible portabilité du code écrit du fait de changements fréquents dans l’archi-
tecture des cartes.

1.3.3.2 Classification du stroma sur les grandes images d’histologie

Hormis la séparation entre les zones riches ou pauvres en stroma présentée dans le
paragraphe ci-dessus [Sertel et al., 2009], peu de publications ont déjà traité de la segmen-
tation ou de la classification du stroma sur lames virtuelles à haute résolution.
Diamond et al. ont développé une méthode pour classifier des imagettes de taille 100x100
pixels de cancer de la prostate en différentes catégories (tissu normal, stroma et carcinome)
[Diamond et al., 2004]. Le tissu normal est défini comme étant présent autour de glandes,
préalablement segmentées. Le stroma et les zones de carcinome sont distingués grâce à
des paramètres d’Haralick dont les valeurs ont été apprises sur 1000 images d’apprentis-
sage. Le taux de reconnaissance atteint est de 80%.
Kong et son équipe ont cherché à déterminer en une seule analyse la présence ou non
de stroma dans une imagette et le degré de différentiation du neuroblastome [Kong et al.,
2008]. Pour ce faire, ils considèrent qu’ils ont quatre textures à caractériser (présence forte
de stroma/amas tumoraux non différenciés/peu différenciés/différenciés). Préalablement,
les images sont segmentées (par k-means) pour détecter les différentes structures présentes
(noyaux, matrice extracellulaire, cytoplasme). Afin de distinguer les quatre classes, les au-
teurs calculent sur 1440 images d’apprentissage, issues de 12 lames virtuelles différentes
et de taille 1024x1024 pixels, de nombreux paramètres de texture (paramètres d’Haralick,
paramètres de Tamura, énergie des sous-bandes de la transformée en ondelettes à trois
échelles différentes, etc.) et des paramètres cytologiques sur les images segmentées (pro-
portion des différentes structures). Au total, 38 paramètres sont calculés. Leur nombre est
réduit à 3 par analyse discriminante linéaire. Un classifieur CART (arbre de régression et
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de classification) boosté par Gentle Boosting19 sert ensuite à labelliser les imagettes. Le
taux de bonne classification est de 90%.

1.3.4 Pistes proposées

Nous avons vu qu’il existait différentes stratégies pour analyser des images de lame
entière d’histologie. Pour contourner le problème posé par la taille de ces images, ces der-
nières sont, le plus souvent, divisées en imagettes dont la dimension doit être adaptée à la
taille des structures que l’on cherche à détecter. Pour classer ces imagettes, différents para-
mètres de texture sont calculés. Soit l’étiquetage des imagettes est fait directement à partir
des valeurs des paramètres, soit ces valeurs sont utilisées pour paramétrer un classifieur
qui permet ensuite de calculer la probabilité d’appartenance à une classe. Pour améliorer le
temps de calcul, une approche multirésolution est souvent proposée. L’utilisation de diffé-
rents moyens matériels ou logiciels est également envisageable. Certains auteurs [Yagi et
Gilbertson, 2008] préconisent enfin l’acquisition multispectrale pour améliorer la qualité
des images et faciliter la détection des structures.

Les articles présentés ci-dessus sont majoritairement postérieurs au début de cette
thèse. Tous (sauf [Apfeldorfer et al., 2008]) réalisent une classification d’imagettes et
non une segmentation de chaque pixel pris individuellement. Aucun ne traite de la seg-
mentation des différents types de compartiments stromaux. Cependant, ces articles nous
confortent dans les pistes que nous avons choisies afin de traiter notre problème. Nous
avons en effet décidé d’appliquer une approche multirésolution permettant d’écarter cer-
tains compartiments (comme le fond) à faible résolution et de diminuer ainsi la quantité de
données à analyser à pleine résolution. Ensuite, après avoir étudié l’aspect des différents
types de compartiments stromaux (couleur, texture, morphologie), nous avons décidé de
considérer que chaque compartiment présentait une texture particulière qu’il fallait carac-
tériser, les résultats des différentes approches pouvant éventuellement être fusionnés.

Dans le chapitre suivant, nous allons présenter un état de l’art concernant les diffé-
rents outils ou méthodes proposés dans la littérature, utiles aux stratégies que nous avons
choisies afin de mener à bien notre analyse : représentation de la couleur, de la texture,
segmentation de texture, incluant ou non une approche multirésolution.
Les images que nous souhaitons traiter comportant plusieurs classes à segmenter, nous
présenterons également la problématique de l’utilisation d’un classifieur multiclasse, op-
posée à l’utilisation d’une combinaison de classifieurs binaires.

19Le Gentle Boosting est une version multiclasse plus robuste et plus stable de l’AdaBoost qui permet
d’améliorer les performances d’un classifieur faible, en s’appuyant sur les exemples précédemment mal
classés [Friedman et al., 2000].
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Dans le chapitre précédent, nous avons étudié les « objets du domaine » présents dans
les images à analyser. Nous avons vu qu’ils étaient principalement caractérisés par leur
texture et leur forme. Nous avons vu par ailleurs que la taille des images utilisées imposait
de faire appel à des stratégies particulières pour le traitement d’images. Nous avons choisi
de privilégier une approche multirésolution.
Dans ce chapitre, nous allons réaliser un état de l’art des outils ou méthodes d’imagerie qui
seraient pertinents pour segmenter les classes d’intérêt présentes sur ces grandes images.
Nous allons tout d’abord passer en revue les différentes manières de représenter une
image : par sa couleur, sa texture ou bien en la transformant dans un autre espace. Ici,
nous introduirons les analyses multirésolutions à base d’ondelettes.
Nous décrirons au passage quelques méthodes de segmentation de texture et nous nous
attarderons particulièrement sur la méthode que nous privilégions : la segmentation par
modèle d’arbre de Markov caché.
Une fois les objets présents dans l’image caractérisés, notre objectif est de leur attribuer
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une identité. Pour cela, nous nous pencherons sur l’opportunité d’utiliser un classifieur
multiclasse plutôt qu’une combinaison de classifieurs binaires. Nous décrirons les diffé-
rentes stratégies permettant de décomposer le problème multiclasse, puis de combiner les
résultats de classification des classifieurs binaires.

2.1 Représentation des images

Dans cette partie, nous allons voir comment représenter une image en fonction de sa
couleur, de sa texture ou de ses singularités (grâce à la transformée en ondelettes). Il est
important de s’intéresser au mode de représentation de la couleur, car nous avons vu que
les images de lames virtuelles que nous souhaitons traiter sont des images qui peuvent
présenter des défauts de reproductibilité de la restitution couleur. Il est donc nécessaire de
déterminer le (les) meilleur(s) espace(s) couleur pour représenter les images.
Il est également important de s’intéresser aux descripteurs de texture, car nous souhaitons
caractériser chaque compartiment stromal par la texture qu’il exprime.
Il est enfin important de s’intéresser à la transformée en ondelettes d’une image, car elle
permet non seulement de mettre en avant les singularités d’une image (ce qui rejoint l’ana-
lyse de la texture), mais également d’introduire une analyse multirésolution qui imite l’ac-
tion d’un pathologiste qui, lorsqu’il étudie une lame, navigue entre les différents objectifs
du microscope.

2.1.1 Représentation de la couleur

La vision fait intervenir un système complexe que l’on peut décrire, de façon simpli-
fiée, comme constitué des deux yeux, de leur rétine et des voies nerveuses reliant la rétine
au cortex. Les photorécepteurs rétiniens sont de deux sortes : les cônes, de types L, M et S,
cellules sensibles à la couleur, et les bâtonnets, cellules sensibles à l’intensité lumineuse.
On considère de façon schématique que la vision des couleurs utilise trois canaux [Hering,
1878] :

– le canal achromatique par lequel les cônes M et L transmettent une réponse caracté-
risant l’intensité lumineuse, indépendamment de son caractère chromatique.

– le canal bleu-jaune où les cônes S s’opposent aux cônes M et L.
– le canal vert-rouge où les cônes L s’opposent aux cônes M.

Ces oppositions de couleurs sont exploitées par certains systèmes colorimétriques.
Prenant en compte les lois de Grassman1, un système colorimétrique est basé sur trois pri-
maires et sur un blanc de référence correspondant à un mélange précis des trois primaires.
Le choix de ces primaires pourra être fait pour répondre à des considérations pratiques,

1Grassmann [Grassman, 1853], se basant sur le principe de trivariance visuelle, a proposé trois lois :
– un stimulus quelconque peut être reproduit par un mélange de trois couleurs, appelées primaires, cor-

rectement choisies et mélangées dans des proportions convenables,
– le résultat d’un mélange additif de lumières colorées ne dépend que de leur caractérisation psychophy-

sique et non de leur composition spectrale (principe d’additivité de deux couleurs),
– si les couleurs composant un mélange sont graduellement modifiées d’un facteur donné, la couleur

résultante sera, elle aussi, modifiée dans la même proportion (principe de dilatation).
Ces lois sont vérifiées sur une grande partie du domaine photopique.
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mais elles devront être indépendantes, c’est-à-dire qu’aucune d’entre elles ne pourra être
reproduite par un mélange des deux autres.

En référence au système visuel humain, la couleur est définie d’une manière générale
par trois composantes qui, suivant les systèmes couleur considérés, conduisent à quatre
grandes familles de représentation [Macaire, 2004] :

– les systèmes de primaires,
– les systèmes luminance-chrominance,
– les systèmes perceptuels,
– les systèmes d’axes indépendants.

Il est usuel qu’un système colorimétrique appartienne à plusieurs familles. Nous verrons
également qu’il n’existe pas de système colorimétrique universel qui soit adapté à tout
type d’application.
Nous allons présenter les systèmes colorimétriques les plus courants appartenant aux
quatre grandes familles (cf. figure 2.1) [Vandenbroucke, 2000]. De plus amples détails sur
les primaires et les matrices de passage entre systèmes pourront être trouvés en annexe B.

2.1.1.1 Les systèmes de primaire

- Les systèmes RVB : Grassmann ayant montré qu’une couleur [C] peut être reproduite
par un mélange de trois primaires, [C] ≡ α[P1] + β[P2] + γ[P3], une expérience d’ap-
pariement peut être menée pour trouver les quantités α, β et γ (appelées composantes
trichromatiques) nécessaires pour reproduire une lumière monochromatique C(λ).
Cette expérience d’appariement peut être réalisée pour toutes les lumières monochroma-
tiques. Il est ainsi possible d’obtenir les composantes trichromatiques spectrales α(λ),
β(λ) et γ(λ).
En 1931, la Commission Internationale de l’Éclairage (CIE) a adopté trois fonctions nor-
malisées r̄, ḡ, b̄ [Commission Internationale de l’Éclairage, 1931] appelées fonctions co-
lorimétriques (color matching function ou cmf en anglais). Le système RVB a été conçu
de façon à ce qu’un mélange additif de quantités unitaires de ces trois primaires produise
un blanc équi-énergétique (illuminant E). De plus, tout spectre d’égale énergie est associé
à un triplet dont toutes les composantes trichromatiques sont égales.

Il est à noter que l’espace RVB défini par la CIE présente quelques inconvénients
comme l’existence d’une partie négative dans les spectres et, par conséquent, l’impossi-
bilité de reproduire un certain nombre de couleurs par synthèse additive. Ceci peut poser
des problèmes dès que l’on désire travailler uniquement en synthèse additive.
De nombreux autres systèmes RVB ont été définis avec des primaires et un blanc de réfé-
rence différents2.

- Le système CIE XYZ : Le système RVB a l’avantage d’utiliser des primaires réelles,
mais il présente plusieurs inconvénients : outre le fait que les fonctions colorimétriques
peuvent prendre des valeurs négatives, le système ne permet pas de réaliser une sépara-

2On peut citer notamment le système RGBNTSC défini par le National Television Standards Comi-
tee pour caractériser les couleurs des primaires des téléviseurs à tube cathodique américains ou le système
RGBEBU défini par l’ European Broadcasting Union pour caractériser les couleurs des primaires des télé-
viseurs répondant à la norme PAL (Phase Alternated Line).
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Systèmes perceptuels
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FIG. 2.1 – Les principaux systèmes de représentation de la couleur (inspiré de [Vanden-
broucke, 2000]). Le système initial est celui du dispositif d’acquisition. Une flèche signifie
que le système colorimétrique désigné peut être obtenu par transformation du système ou
de la famille de systèmes au départ de la flèche.
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tion entre l’attribut chromatique (chrominance) et l’attribut énergétique (luminance) de la
couleur. C’est pourquoi Judd [Judd, 1930] a proposé un nouveau système de primaires
[X][Y][Z] virtuelles (sans existence physique) répondant au cahier des charges suivant :

– les fonctions colorimétriques, x̄, ȳ, z̄ du nouveau système sont positives.
– l’une des composantes ([Y]) conserve l’information de luminance.

Le passage entre le système RVB et le système XYZ est représenté par une matrice de
changement de base entre les deux systèmes.





X
Y
Z



 = 5.6508





0.49 0.31 0.2
0.17697 0.82240 0.01063

0 0.01 0.99
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 (2.1)

2.1.1.2 Les systèmes luminance - chrominance

Afin de se rapprocher du modèle de vision de l’œil humain, de nombreux systèmes de
représentation de la couleur possèdent une composante de luminance permettant de mesu-
rer la luminosité et deux autres composantes de chrominance suffisantes pour quantifier le
caractère chromatique d’un stimulus de couleur. Les systèmes de ce type sont couramment
appelés les systèmes luminance-chrominance.
Parmi ces systèmes, il est possible de distinguer :

– Les systèmes perceptuellement uniformes, qui possèdent une métrique permettant
de quantifier une différence de couleur telle qu’elle est perçue par l’homme.

– Les systèmes de télévision, qui permettent de séparer l’information de chrominance
de l’information de luminance pour les postes de télévision.

– Les systèmes antagonistes, qui cherchent à reproduire le modèle de la théorie des
couleurs opposées de Hering.

Nous allons présenter ici les principaux représentants de chaque classe.

- Les systèmes perceptuellement uniformes : Les systèmes perceptuellement uniformes
ont la particularité de pouvoir décrire fidèlement, au sens de la perception visuelle hu-
maine, les écarts entre couleurs. La CIE a proposé en 1976 deux systèmes perceptuelle-
ment uniformes : CIE L*u*v* et CIE L*a*b* [Commission Internationale de l’Éclairage,
1978]. Les composantes de chrominance représentent une opposition de couleurs vert-
rouge (a∗ et u∗) et de couleurs bleu-jaune (b∗ et v∗). L’information de luminance est ici
portée par la clarté (la réponse de l’œil à un niveau de luminance) L∗.

+ Passage en coordonnées polaires : Soit une couleur représentée par le vecteur
~OM dans un système luminance-chrominance. Il peut être représenté en coordonnées car-

tésiennes par ses trois composantes (L*,C1,C2), C1 et C2 étant les composantes chroma-
tiques. La séparation de la luminance et des composantes de chrominance permet éga-
lement de le représenter dans un système de coordonnées cylindriques où les trois com-
posantes du vecteur s’écriront (L*, C, h). L* représente toujours la composante de chro-

minance. Si on projette
−−→
OM dans le plan C1C2, le module du vecteur résultat ‖−−→OM ′‖
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représente la Chroma. Enfin, l’angle entre
−→
C1 et

−−→
OM ′ est l’angle de teinte.

Dans l’espace CIE L*a*b*, la chroma et la teinte s’écrivent :

C∗
ab =

√

(a∗)2 + (b∗)2 (2.2)

h∗ab = arctan
b∗

a∗
(2.3)

et de même dans l’espace CIE L*u*v* avec les composantes u∗ et v∗.

- Les systèmes de télévision : Initialement, les systèmes de télévision ont été dévelop-
pés pour que des récepteurs noir et blanc puissent continuer à fonctionner en même temps
que les récepteurs couleur, ce qui a nécessité la séparation des composantes de luminance
et de chrominance. Les composantes de chrominance sont obtenues par une simple trans-
formation linéaire de l’espace RVB et à partir de la luminance.

Cb = a1(R− Y ) + b1(B − Y ) (2.4)

Cr = a2(R− Y ) + b2(B − Y ) (2.5)

Les coefficients a1, b1, a2 et b2 ainsi que les primaires RVB dépendent du standard consi-
déré. La luminance est calculée comme précédemment dans le système XYZ (cf. équa-
tion 2.1).
À cette opération, s’ajoute une correction γ qui s’applique aux composantes de chromi-
nance et de luminance3. Suivant le standard, la correction γ est plus ou moins forte. Elle
sera par exemple de 2, 2 pour le standard NTSC4 alors qu’elle sera de 2, 8 pour le standard
PAL5.
Le système le plus couramment référencé est le système YIQ de la norme NTSC. La
transformation du système RV BNTSC au système YIQ se décline en deux étapes : une
correction γ puis une transformation linéaire des coordonnées corrigées. Les matrices pour
passer du système RVB au système YIQ et au système YUV, le système correspondant au
standard PAL, peuvent être trouvées en annexe B.
L’espace YIQ peut également être décrit en coordonnées cylindriques de la façon suivante :

H = arctan

(

(B′ − Y )

(R′ − Y )

)

(2.6)

C =
√

(R′ − Y )2 + (B′ − Y )2 (2.7)

Où H représente la teinte, C la saturation et Y représente toujours la luminance. On obtient
alors un système du type Luminance-Teinte-Saturation (voir paragraphe 2.1.1.3).

- Les systèmes antagonistes : Les systèmes antagonistes cherchent à tirer profit des pro-
priétés des canaux de la vision du système visuel humain. Par exemple, le système AC1C2

3L’intensité lumineuse émise par les luminophores équipant un tube cathodique n’est pas linéairement
proportionnelle à la tension qui leur est appliquée. Elle suit une loi de puissance γ. Cette non linéarité est
compensée généralement sur les signaux primaires avant que ceux-ci ne soient transformés et transmis sous
forme d’un signal composite. Ces signaux primaires sont corrigés suivant une loi de puissance en 1/γ,
appelée « correction gamma ».

4National Television Standards Comitee
5Phase Alternated Line
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proposé par Faugeras [Faugeras, 1979] utilise un canal A achromatique qui correspond à
une opposition des couleurs noir-blanc et deux canaux chromatiques, C1 et C2, correspon-
dant à l’opposition de couleurs vert-rouge pour le premier et à l’opposition des couleurs
bleu-jaune pour le second.

A = a(α log (L) + β log (M) + γ log (S)) (2.8)

C1 = u1(log (L) − log (M)) (2.9)

C2 = u2(log (L) − log (S)) (2.10)

Les primaires [L], [M] et [S] correspondent au maximum de sensibilité des trois types de
cônes de la rétine. La fonction logarithmique sert à modéliser la non linéarité de la réponse
des cônes à un stimulus lumineux. Les différents paramètres (α, β, γ, u1, u2) permettent
de calibrer le modèle en fonction de la sensibilité spectrale relative de l’œil et en fonction
de son pouvoir de discrimination des couleurs.

+ Garbay : Ce système a été simplifié par Garbay [Garbay, 1979], sous le nom de
système visuel hypothétique, pour ne pas tenir compte de certaines caractéristiques du
système visuel humain, notamment des sensibilités spectrales des trois types de cônes.
Le modèle proposé s’applique ainsi directement aux composantes R, V et B issues du
dispositif d’acquisition.

+ Ballard : L’utilisation de la fonction logarithme pour modéliser la non linéarité
de la réponse des cônes à un stimulus lumineux fait l’objet de nombreuses controverses.
Certains auteurs comme Ballard [Ballard et Brown, 1982] préfèrent utiliser des relations
plus simples en supposant cette réponse linéaire pour former le système [wb rg by].

Autres systèmes luminance-chrominance : Il existe de nombreux autres systèmes lumi-
nance-chrominance. Nous en citerons deux qui utilisent les oppositions entre couleurs.

+ Système de Carron : Carron [Carron, 1995] a décrit un système Y Ch1Ch2 dont
la luminance est la même que celle du système de Ballard décrit ci-dessus et dont les
composantes de chrominance correspondent à une opposition cyan-rouge pour Ch1 et une
opposition vert-bleu pour Ch2.

+ Excess RVB : Un autre système colorimétrique tirant parti des oppositions de
couleurs est le système Excess RVB. Chacune de ses composantes met en opposition l’une
des composantes du système RVB par rapport aux deux autres.
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2.1.1.3 Les systèmes perceptuels

La perception humaine des couleurs dépend de plusieurs facteurs physiologiques et
psychologiques comme l’âge, la mémoire, l’apprentissage reçu... Il existe ainsi une ma-
nière propre à chacun de décrire une couleur. Les caractéristiques le plus souvent retrou-
vées vont être la teinte, la saturation et la luminosité.
La teinte ou tonalité chromatique (hue en anglais) correspond à la longueur d’onde domi-
nante dans le stimulus lumineux. Le blanc et le gris sont dits couleurs neutres car dépour-
vues de teinte. La saturation, ou niveau de coloration, caractérise la pureté de la couleur,
c’est-à-dire sa propension à être mélangée à du blanc ou du noir. La luminosité est la capa-
cité d’une couleur à émettre plus ou moins de lumière. La luminosité sera parfois appelée
intensité (système HSI), luminance (système HSL), value (système HSV), etc.
Il existe de nombreuses formulations pour calculer la teinte, la saturation et la luminosité
[Vandenbroucke, 2000]. Nous en citerons une très couramment rencontrée : le système
IST.

I =
R + V +B

3
(2.12)

S = 1 − min(R, V,B)

I
(2.13)

T = arccos

(

1

2

(R− V ) + (R−B)
√

(R− V )2 + (R−B)(V −B)

)

(2.14)

2.1.1.4 Les systèmes d’axes indépendants

Suivant l’image traitée et le système colorimétrique utilisé, une forte corrélation entre
les composantes couleur considérées peut être observée. Il est alors impossible de trai-
ter indépendamment chaque composante couleur, à moins de perdre des informations. Il
convient alors de transformer le système colorimétrique en un système d’axes indépen-
dants en réalisant, par exemple, une analyse en composantes principales. L’inconvénient
d’une telle méthode est qu’elle dépend des données. Les coefficients de la transformée
utilisée devront donc être recalculés à chaque nouvelle image.

- Système d’Ohta : Ohta [Ohta et al., 1980] a montré que pour la plupart des images
couleur, l’axe principal tend à se superposer à l’axe de luminance et que le système couleur
décorrélé tend à se confondre avec le système I1I2I3.





I1
I2
I3



 =





1
3

1
3

1
3

1
2

0 −1
2

−1
4

1
2

−1
4









R
V
B



 (2.15)



2.1. Représentation des images 37

2.1.2 Les descripteurs de texture

Dans cette partie, nous allons nous attacher à décrire la notion de texture et à passer
en revue différents descripteurs qui peuvent la caractériser. Nous verrons ensuite comment
ces caractéristiques ont été utilisées, dans quelques cas de la littérature, pour réaliser une
segmentation.
Classiquement, le schéma d’analyse d’une texture est le suivant : dans le voisinage d’un
pixel, des propriétés particulières de l’image sont mesurées ou estimées. À partir du vec-
teur de descripteurs ainsi attaché à chaque pixel, une classification est réalisée (par k-
means, k-plus proches voisins, SVM, réseau neuromimétique, classifieurs bayésiens, etc.).
Elle peut être non-supervisée ou supervisée. Dans ce cas, le vecteur de descripteurs au
point considéré est comparé aux vecteurs des classes de référence à l’aide d’une mesure
de distance ad hoc (distance euclidienne, de Mahalanobis, de Bhattacharya, fonction de
vraisemblance, etc.) et le pixel est affecté à la classe la plus proche. Dans le cas de vec-
teurs de grande dimension, il peut être intéressant de réduire la dimension de l’espace (par
une analyse en composantes principales par exemple) pour éviter d’avoir à estimer des
probabilités faibles.

2.1.2.1 Qu’est ce qu’une texture ?

Chaque article ou livre traitant de la texture commence par une définition de ce concept.
Jusqu’à présent, aucune définition universelle n’a pu être proposée. La texture se manifeste
par une information visuelle et se décrit par des termes linguistiques qualificatifs comme
la finesse, la granularité, la rugosité, le contraste, etc. L’information visuelle pourra être
modifiée par l’éclairage, la distance d’observation, les ombres, etc. Unser [Unser, 1984] en
a proposé la définition suivante : « Une texture est une région d’une image pour laquelle il
existe une dimension réduite, telle qu’une observation au travers de celle-ci se traduise par
une impression visuelle identique pour toutes les positions envisageables par translation à
l’intérieur de la région considérée ». Cette définition met en avant trois notions importantes
que sont la perception, la notion d’échelle et la stationnarité. À partir de ces notions, les
textures sont souvent classées en deux ou trois catégories selon les auteurs [Mavromatis,
2001] : les textures structurelles, les textures aléatoires et les textures directionnelles.
Les textures structurelles sont définies comme la répétition de motifs élémentaires (tex-
tons) dont la répartition spatiale suit des règles de direction et de placement [Julesz, 1981].
L’analyse de ces textures consiste à déterminer l’élément structurant de base et les règles
le régissant.
Dans les textures aléatoires, il n’est pas possible de déterminer un motif de base. L’ar-
rangement et l’intensité des pixels évoluent selon une loi stochastique. L’analyse de ces
textures consistera à déterminer les lois du processus générateur.
Les textures directionnelles ne présentent pas d’élément structurant de base et ne sont pas
totalement aléatoires mais sont caractérisées principalement par certaines orientations.

Il existe différentes approches pour analyser les textures correspondant à ces multiples
définitions. Certains auteurs les classent en trois catégories [Boukerroui, 2000, Dombre,
2003], mais la plupart des auteurs les ont classées en quatre catégories selon le type de
descripteur utilisé [Tüceryan et Jain, 1998, D’Hondt, 2006, Xie, 2008] :

– les descripteurs statistiques caractérisant la distribution spatiale des niveaux de gris,
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– les descripteurs géométriques caractérisant les primitives de la texture,
– les descripteurs décrivant la texture par un modèle,
– les descripteurs basés sur l’application d’un filtre.

Dans ce qui suit, nous décrirons brièvement, sans souci d’exhaustivité, ces approches.
Certaines méthodes, faisant partie de plusieurs catégories, ont été arbitrairement placées
dans celle qui les décrivait le mieux.

2.1.2.2 Descripteurs statistiques

Les méthodes statistiques évaluent la distribution spatiale des pixels. Elles utilisent des
statistiques du premier ordre, tout comme des statistiques d’ordre supérieur. Nous allons
passer en revue les mesures les plus courantes :

Histogramme des niveaux de gris : Différents descripteurs simples peuvent être cal-
culés à partir de l’histogramme des niveaux de gris de l’image : la moyenne (classique,
géométrique, harmonique ou quadratique), la médiane, la variance. Le minimum, le maxi-
mum, la valeur milieu et la dynamique d’un histogramme peuvent également servir comme
descripteurs [Laws, 1980].
Les histogrammes ont l’avantage d’être invariants en translation, en rotation et de ne pas
être sensibles à la distribution spatiale des pixels.

Moments : La texture d’un motif peut aussi être considérée comme un ensemble aléa-
toire à deux dimensions x et y que l’on peut caractériser par ses moments statistiques :

– la moyenne, qui renseigne sur l’aspect global de la texture,
– la variance, qui mesure les irrégularités de la texture par rapport à sa valeur moyenne,
– le skewness, qui mesure l’étalement des bords de la distribution,
– le kurtosis, qui mesure l’aplatissement de la distribution.

Matrices de co-occurrence : Pour caractériser une texture, il est également possible de
construire une matrice de co-occurrence P (i, j, d, θ) qui est l’estimation de la probabilité
de rencontrer un pixel d’intensité j à une distance d et une orientation θ d’un pixel d’in-
tensité i.
Pour une image dont la valeur des pixels est quantifiée sur n bits, la matrice a une taille de
2n × 2n éléments par distance et par orientation. Pour cette raison, les valeurs des pixels
des images sont couramment quantifiées sur 3 à 6 bits (par une quantification régulière ou
adaptative) lors de l’utilisation des matrices de co-occurrence. Ceci permet de diminuer
les temps de calcul et d’augmenter l’occurrence moyenne de chaque cas.
A partir des matrices de co-occurrence, Haralick [Haralick, 1979] a défini 14 paramètres
caractérisant les textures parmi lesquels l’énergie, l’entropie, le contraste, la corrélation,
homogénéité, etc. D’autres paramètres ont, par la suite, été définis par de nouveaux au-
teurs, comme l’indice de contraste orienté [Delenne, 2006].

Matrices de longueur de plages : Une Matrice de Longueur De Plages (MLDP) enre-
gistre, pour chaque couleur, le nombre de plages de longueur L de pixels consécutifs de
cette couleur dans une direction donnée.
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Une texture fine (contenant des éléments structurants de petite taille) sera ainsi caractéri-
sée par une MLDP contenant peu de longues plages. Conners [Conners et Harlow, 1980] et
Chu [Chu et al., 1990] ont défini plusieurs paramètres qui, pris seuls ou combinés, peuvent
servir de descripteurs de texture : nombre de plages, poids des plages courtes, poids des
plages longues, distribution des longueurs de plage, etc.

Matrices de dépendance des niveaux de gris des pixels voisins : Cette méthode s’in-
téresse au voisinage d’un pixel, et elle est donc bien adaptée à l’analyse locale de textures.
Elle compte, dans le voisinage d’un pixel, le nombre de pixels ayant le même6 niveau
de gris que le pixel considéré [Sun et Wee, 1983]. Les différents descripteurs de texture
définis à partir de cette matrice (analogues à ceux construits à partir des matrices de co-
occurrence) présentent également l’avantage d’être isotropes et invariants par rotation, et
de ne pas être sensibles à une transformation affine des niveaux de gris de l’image.

Autocorrélation : Une propriété intéressante de certaines textures est la nature répétitive
de leurs éléments structurants. La fonction d’autocorrélation d’une image peut être utilisée
afin d’évaluer la régularité de la texture présente dans l’image. Les éléments de grande
taille indiquent une texture grossière et les petits éléments une texture fine. La fonction
d’autocorrélation, qui mesure la différence entre une image et sa translatée, permet de
mettre en évidence des textures grossières ayant des éléments régulièrement répartis dans
l’espace [Kaizer, 1955].

Méthode des bords : Rosenfeld [Rosenfeld et Troy, 1970] considère la texture comme
une quantité de bords par unité de surface. Cette technique consiste à déterminer le gra-
dient d’une image, puis à séparer l’image en zones et calculer pour chaque zone la valeur
moyenne du gradient.
Vilnrotter [Vilnrotter et al., 1986] a montré que des textures pouvaient être distinguées par
des matrices de répétitions de bords qui spécifient la co-occurrence des bords, dans une
direction et à une distance particulière.

Descripteur SIFT : Développés par Lowe [Lowe, 1999, Lowe, 2004], les descripteurs
Scale Invariant Feature Transform (SIFT) sont représentés par un histogramme d’orien-
tation, construit à partir des amplitudes et des orientations des gradients calculés dans un
voisinage autour d’un pixel. Afin de limiter le nombre de données pertinentes, le calcul des
descripteurs SIFT n’est fait que sur certains points d’intérêt de l’image de texture, calculés
à partir d’une différence de gaussiennes (la différence entre l’image originale convoluée
par deux gaussiennes d’écarts type différents). Ces descripteurs sont invariants en échelle
et par rotation.

Descripteur JSeg : L’algorithme de segmentation JSeg proposé par Deng [Deng et Man-
junath, 2001] est basé sur le calcul d’un descripteur de rupture du modèle textural s’inspi-
rant du discriminant de Fisher et faisant intervenir plusieurs échelles. Cet indice fournit une
information sur l’uniformité de la texture. Une fois ce critère calculé pour toute l’image,

6L’image peut être quantifiée pour limiter le nombre de valeurs possibles.



40 Chapitre 2 - État de l’art sur les outils ou méthodes d’imagerie

la segmentation est réalisée par une croissance de régions utilisant une ligne de partage
des eaux.

Extrema locaux : Une texture peut aussi être caractérisée en étudiant la distribution
de ses extrema locaux. Une dilatation ou une érosion morphologique avec un élément
structurant B est appliquée à la texture pour déterminer les extrema. La difficulté est de
choisir le bon élément structurant lorsque l’on n’a pas d’a priori sur la nature de la texture
(direction, finesse, etc.).

Local Binary Pattern : La notion de Local Binary Pattern a été introduite par Ojala
[Ojala et al., 1996] comme une mesure complémentaire, invariante en translation, du
contraste local d’une image. Le calcul de la valeur LBP est fait en deux étapes (cf. fi-
gure 2.2) :

– un seuillage : le niveau de gris du pixel central d’une fenêtre glissante est pris comme
valeur de seuil pour les pixels voisins. On obtient ainsi un motif binaire,

– une somme pondérée : les valeurs du motif sont sommées pour donner la valeur
LBP.

Pour caractériser une texture, le calcul des LBP est souvent réalisé conjointement à une
mesure locale du contraste [Ojala et al., 1996].
Les LBP sont relativement invariants en ce qui concerne les changements d’illumination
et de rotation de l’image (en comparaison de la matrice de co-occurrence) et sont simples
à calculer. Différentes extensions des LBP existent, comme l’utilisation d’un seuil à trois
niveaux, mais ces extensions n’ont pas montré d’améliorations sensibles des résultats de
segmentation de zones texturées [Mäenpää, 2003].
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FIG. 2.2 – L’opérateur LBP : la valeur centrale de l’image (a) sert de seuil. Les pixels de
valeur supérieure sont remplacés par un 1, ceux de valeur inférieure par un 0. On obtient
le texton (b). La valeur LBP finale correspond à la somme pondérée par la matrice (c) des
valeurs supérieures.

2.1.2.3 Descripteurs géométriques

Les méthodes géométriques doivent leur existence à une définition déterministe de la
texture : la texture est composée de primitives que l’on peut extraire (éléments de texture,
généralement caractérisés par des niveaux de gris homogènes). Les relations qui lient les
primitives entre elles vont être recherchées.
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Pavage de Voronoï : Tuceryan et Jain ont développé une méthode basée sur le dia-
gramme de Voronoï7 permettant de définir les relations locales entre les primitives de
zones texturées [Tüceryan et Jain, 1990]. L’idée de base de la méthode est que des po-
lygones voisins doivent avoir les mêmes caractéristiques s’ils appartiennent à la même
texture, et des caractéristiques différentes sinon. La méthode est la suivante :

– segmentation des primitives de la texture,
– calcul du diagramme de Voronoï à partir des primitives,
– calcul de caractéristiques des polygones basées sur les moments des surfaces des

polygones,
– mesure de la consistance (par une statistique de Kolmogorov-Smirnov) des carac-

téristiques des polygones puis détection des frontières entre les zones de textures
différentes.

Cette méthode s’avère très efficace sur les textures régulières.

Squelette : Chen et Jain ont développé une méthode pour distinguer des textures, basée
sur les histogrammes de position et de longueur des squelettes des primitives de textures
[Chen et Jain, 1988]. Ces histogrammes sont comparés à ceux de textures préalablement
apprises.

Morphologie : La morphologie des primitives extraites peut être utilisée pour caractéri-
ser des textures : surface, périmètre, allongement, etc. [Song et al., 1996].

2.1.2.4 Descripteurs par modèle

Pour ces approches, les descripteurs sont les paramètres d’un modèle, qui sont estimés
ou appris. Lors d’une étape de segmentation ou de classification, les paramètres permettent
de calculer la probabilité d’appartenance d’une texture à l’une ou l’autre des classes.

Dimension fractale : Un objet fractal est un objet autosimilaire : le tout est semblable
à une de ses parties. Les propriétés statistiques sont conservées quelle que soit l’échelle
d’observation. La Dimension Fractale (DF) d’un objet A est définie comme le rapport du
logarithme du nombre Nr d’objets similaires à A réduits ou agrandis d’un facteur 1/r par
le logarithme de r : DF = ln (Nr)/ ln (r). Pour l’analyse de texture, la dimension fractale
d’une texture est calculée (ou approximée). Plus la dimension fractale d’une texture est
importante, plus la texture est considérée comme ayant un aspect rugueux.
La DF d’une texture n’est cependant pas toujours un critère discriminant ; ainsi, plusieurs
textures ayant une même DF peuvent apparaître comme étant très différentes à un obser-
vateur [Fioravanti et Giusto, 1993]. C’est pourquoi d’autres critères sont souvent utilisés
conjointement.
Chaudhuri [Chaudhuri et Sarkar, 1995] a proposé six attributs pour caractériser une tex-
ture : la DF de la texture originale, la DF des niveaux de gris supérieurs à un seuil, la DF
des niveaux de gris inférieurs à un seuil, la DF de l’image filtrée par un filtre moyenneur

7Un polygone de Voronoï représente la zone d’influence d’un site. On appelle polygone de Voronoï
associé au site Pi la région V or(Pi) telle que chaque point de V or(Pi) a pour plus proche site Pi.



42 Chapitre 2 - État de l’art sur les outils ou méthodes d’imagerie

horizontal et la DF de l’image filtrée par un filtre moyenneur vertical8 et une dimension
multifractale (qui permet de représenter la dimension fractale dans un certain voisinage).
Ces six attributs sont calculés pour chaque pixel à l’intérieur d’une fenêtre centrée sur le
pixel. Les pixels sont ensuite regroupés, en se basant sur ces attributs, par k-means.
Tabesh et al. cherchent à classer des images de tissu cancéreux et non cancéreux dans le
cancer de la prostate. Pour cela, ils utilisent (entre autres) des caractéristiques fractales :
la DF, qui est calculée sur différentes versions seuillées de l’image, et l’histogramme des
caractéristiques du code fractal de chaque image. Le code fractal consiste à rechercher,
pour chaque bloc A, de taille NxN, contenu dans l’image, le bloc B, décimé r fois, le
plus ressemblant. La transformation affine, la transformation géométrique (rotation, mi-
roir, etc.) permettant de passer de A à B, la distance euclidienne entre les positions de A
et de B et l’erreur quadratique entre A et B forment les paramètres du code fractal. Les
caractéristiques de l’image à classer sont rassemblées dans un vecteur qui est projeté dans
l’espace des vecteurs des données d’apprentissage. La classification est alors réalisée par
un classifieur k-plus proches voisins ou par un classifieur SVM [Tabesh et al., 2007].

Champs de Markov aléatoires : La modélisation de la répartition spatiale des pixels
peut être prise en compte grâce à une hypothèse markovienne. Le modèle des champs de
Markov aléatoires (Markov Random Fields) est défini par un système de voisinage (clique),
un ensemble de pixels et un champ aléatoire donnant les labels des pixels. Dans cette
approche, la probabilité d’avoir une configuration particulière de labels doit satisfaire la
propriété suivante : l’intensité d’un pixel est considérée comme ne dépendant que de celles
de ses voisins. Ceci peut être développé dans un cadre bayésien et les probabilités a priori
définissant le modèle (apprises sur des textures de référence) permettent de déterminer la
classe maximisant la probabilité a posteriori d’appartenance à l’une des classes de texture
possibles [Cross et Jain, 1983].

Histogrammes de motifs : Dans cette approche, chaque texture est décrite dans un es-
pace de caractéristiques. La distribution des « motifs » de la texture dans cet espace est
ensuite modélisée. Lorsqu’une texture inconnue est présentée pour identification, elle est
projetée dans l’espace des caractéristiques et la distribution de ses motifs est comparée
aux distributions des textures apprises.
L’espace des caractéristiques peut être celui des descripteurs SIFT ou LBP, présentés
au 2.1.2.2, ou bien des patchs. Les patchs sont des matrices carrées de valeurs des pixels
de l’image. La difficulté est de trouver des motifs représentatifs des textures.
Varma et Zisserman ont développé une méthode basée sur les patchs pour classifier des
images de matériaux de textures différentes [Varma et Zisserman, 2009]. L’apprentissage
du modèle de chaque texture est réalisé en deux phases : une phase de constitution d’un
dictionnaire des motifs les plus courants et une phase de calcul de l’histogramme d’ap-
parition de ces motifs dans les textures. Afin de constituer le dictionnaire de patchs, les
n patchs les plus représentatifs de chaque classe d’apprentissage sont déterminés par k-
means et ajoutés comme motifs du dictionnaire. Ensuite, le calcul de l’histogramme d’ap-

8Si une texture est orientée, sa rugosité sera peu affectée si l’image est filtrée selon l’orientation do-
minante, alors qu’elle le sera beaucoup dans la direction perpendiculaire. À l’inverse, la DF d’une image
anisotrope sera perturbée de la même manière par tous les filtrages.
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parition des motifs est réalisé en assimilant chaque patch au motif qui lui est le plus proche
(en termes de distance du χ2) dans le dictionnaire.

2.1.2.5 Descripteurs basés sur un filtre

Pour cette nouvelle approche, la texture est représentée dans un autre espace que le
domaine spatial. Le but est alors de trouver des vecteurs de la nouvelle base qui soient les
plus porteurs d’information pour reconnaître la texture.

Domaine spatial : Laws a développé une mesure d’énergie des textures basée sur l’ap-
plication de filtres de convolution, suivie d’opérations de fenêtrage non linéaires [Laws,
1980]. Les 25 noyaux de convolution 2D utilisés sont réalisés à partir de 5 noyaux 1D, spé-
cialisés dans la mesure du niveau de gris moyen (noyau L : 1,4,6,4,1) dans la détection de
bords (noyau E : -1,-2,0,2,1) ou de formes d’ondes particulières : vague (noyau W : -1,2,0,-
2,1), ondulation (noyau R :1,-4,6,-4,1) ou tâche (noyau S :-1,0,2,0,-1), convolués entre eux
(on obtient par exemple LHoriLV ert, LHoriEV ert, etc.). Après une étape de convolution des
noyaux avec l’image, une mesure de l’énergie de la texture est réalisée dans un voisinage
autour de chacun des pixels des 25 images résultantes. Après normalisation (généralement
par l’image LHoriLV ert), les images ayant été générées avec des filtres identiques, mais
ayant des orientations différentes (par exemple détection horizontale et verticale de bords)
sont regroupées9. Il reste alors 14 images10. Au final, chaque pixel de l’image de texture
initiale est représenté par un vecteur de 14 éléments invariants par rotation.

Domaine fréquentiel : L’hypothèse sous-jacente est que les motifs constituant la texture
sont majoritairement périodiques et directionnels et peuvent ainsi être mieux caractérisés
dans le domaine fréquentiel (par exemple analyse du spectre d’énergie dans le domaine
de Fourier). La caractérisation des textures peut être réalisée en calculant l’énergie dans
plusieurs bandes de fréquence pour différents secteurs angulaires.
Cette approche ne permet pas d’obtenir des mesures localisées spatialement.

Domaine spatio-fréquentiel : Pour réaliser une analyse localisée à la fois spatialement
et en fréquence, il est possible d’utiliser une transformée de Fourier fenêtrée. Si la fonc-
tion fenêtre utilisée est gaussienne, on définit alors la transformée de Gabor. L’étude de la
réponse à des filtres de Gabor est souvent employée pour caractériser une texture ([Jain
et Farrokhnia, 1991] par exemple). Les différents paramètres des filtres de Gabor sont la
longueur d’onde, l’orientation, la phase de l’onde et l’écart type de la gaussienne. Les
attributs de texture généralement étudiés sont les énergies de la convolution des textures
avec les filtres de Gabor, sommées sur toutes les phases pour toutes les combinaisons de
longueurs d’ondes et d’orientations. Les filtres de Gabor permettent une analyse multidi-
rectionelle reproduisant les schémas d’analyse d’une texture effectués par l’œil.
Il est possible de remplacer les filtres de Gabor par des filtres en ondelettes. La transfor-
mée en ondelettes produit à chaque niveau de décimation une image d’approximation et

9uniquement dans le cas où la direction des texture n’est pas importante.
1025 images de départ moins l’image de normalisation moins les 10 images représentant la même mesure

pour des directions différentes.
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trois sous-bandes de détails. L’énergie, la moyenne et la variance des coefficients des sous-
bandes peuvent être utilisées comme descripteurs de texture [Smith et Chang, 1994].
Il est également possible de chercher à caractériser la distribution (par sous-bande) des co-
efficients en ondelettes pour chaque texture [Crouse et al., 1998] et de calculer ensuite une
fonction de vraisemblance d’appartenir à chacune des classes [Choi et Baraniuk, 2001].

Nous allons étudier de manière plus précise la représentation en ondelettes dans le
paragraphe suivant.

2.1.3 Représentation en ondelettes

La représentation en ondelettes est un outil mathématique souvent utilisé en analyse du
signal et de l’image. L’aspect le plus important de l’analyse en ondelettes est une analyse
simultanée du temps et de la fréquence. La transformée en ondelettes possède en outre
plusieurs propriétés intéressantes (« détection » des singularités, analyse multirésolution,
etc.) qui sont souvent exploitées pour la segmentation d’images texturées .
Dans cette section, nous allons décrire succinctement les principes de base de la transfor-
mée en ondelettes. Le lecteur qui souhaiterait plus de détails ou les démonstrations des
théorèmes cités pourra se référer aux livres d’Ingrid Daubechies [Daubechies, 1992] ou de
Stéphane Mallat [Mallat, 2000]. Nous décrirons ensuite, plus précisément, quelques-unes
des bases d’ondelettes communément utilisées, en précisant leurs propriétés intéressantes
pour la caractérisation de textures. Nous terminerons en présentant les représentations fré-
quemment employées pour traiter les images.

2.1.3.1 La transformée en ondelettes

- Analyse des signaux non stationnaires : En traitement du signal, il est courant d’ana-
lyser le contenu fréquentiel d’un signal. L’outil mathématique utilisé est la transformée de
Fourier. Elle est bien adaptée pour des signaux stationnaires, car elle extrait globalement
des informations sur le spectre en fréquences. Pour des signaux quasi-stationnaires, le mo-
dèle d’analyse de Fourier à fenêtre glissante est utilisé. Le fait que la taille de la fenêtre soit
choisie a priori et ne puisse pas être adaptée en fonction du contenu rencontré rend cette
analyse mal adaptée aux signaux non stationnaires. La transformée en ondelettes permet
de répondre à cet inconvénient en adaptant la largeur de la fenêtre au contenu du signal.

- Transformée en ondelettes continue (CWT) et discrète (DWT) : La transformée en
ondelettes utilise des fonctions localisées en temps autour de u (u ∈ R) et oscillant à
une fréquence inversement proportionnelle à s ∈ R

∗
+, appelé le facteur d’échelle. Ces

« ondelettes » sont générées par translation u et contraction/dilatation s à partir d’une seule
fonction, appelée ondelette mère ψ(t) comme suit :

ψu,s(t) =
1√
s
ψ

(

t− u

s

)

. (2.16)

Si s < 1, l’ondelette est contractée. Elle s’adapte alors aux discontinuités du signal et donc
aux hautes fréquences. Si s > 1, l’ondelette est dilatée. Elle analyse les grandes zones ho-
mogènes (basses fréquences).
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Grossman et Morlet ont montré que si ψ(t) est à valeurs réelles, tout signal d’énergie
finie peut s’écrire comme une combinaison linéaire d’ondelettes ψu,s(t). On définit le coef-
ficient d’ondelette Cu,s, au point u, à l’échelle s, comme le produit scalaire du signal f(t)
et de la fonction ψu,s(t) par :

Cu,s =< f(t), ψu,s(t) >=

∫ +∞

−∞
f(t)

1√
s
ψ∗
(

t− u

s

)

dt = f ⋆ ψs(u), (2.17)

où ψs(u) = ψs(−u).
ψ(t) peut être interprété comme la réponse impulsionnelle d’un filtre passe-bande. Lorsque
le signal étudié oscille à la même fréquence que l’ondelette, le produit scalaire entre les
deux signaux devient maximal et le coefficient est grand. Au contraire, si les deux échelles
sont différentes, on calcule le produit d’une fonction de moyenne nulle par une fonction
presque constante, le coefficient est donc voisin de zéro [Combes et al., 1989].

La reconstruction du signal d’origine est obtenue par :

f(t) =
1

Cψ

∫ +∞

0

∫ +∞

−∞
C(u,s) . ψu,s(t)

ds

s2
du, (2.18)

si ψ ∈ L
2(R) est une fonction réelle vérifiant

Cψ =

∫ +∞

0

|ψ̂(ω)|2
ω

dω < +∞. (2.19)

L’hypothèse Cψ est appelée « condition d’admissibilité » de l’ondelette. En particulier,
l’intégrale est finie, lorsque l’ondelette a un support compact et que ψ̂(0) = 0 (ce qui
implique que les ondelettes doivent être à moyenne nulle) et que ψ̂(ω) soit continûment
différentiable. Cette transformation est généralement très redondante.

Lorsque l’on calcule une transformée en ondelettes jusqu’à une échelle sJ donnée, on
n’obtient pas une représentation complète du signal. Il est nécessaire d’ajouter une com-
posante de basses fréquences pour les échelles supérieures à sJ . Ceci est obtenu en utili-
sant une fonction d’échelle qui agrège les ondelettes d’échelles supérieures. Cette fonction
d’échelle peut s’interpréter comme la réponse impulsionnelle d’un filtre passe-bas. Soit

φs(t) =
1√
s
φ

(

t

s

)

. (2.20)

Afin de traiter des signaux numériques, la formule de la transformée en ondelettes
doit être adaptée pour prendre en compte des signaux discrets. Un échantillonnage des
paramètres d’échelle et de translation conduit à une ondelette ψj,k de la forme :

ψj,k(t) =
1√
aj
ψ

(

t− kb.aj

aj

)

avec j, k ∈ Z. (2.21)

Souvent, on utilise le cas particulier où a = 2 et b = 1 (ondelettes dyadiques).
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- Analyse multirésolution : L’analyse multirésolution formalise l’idée selon laquelle
tout signal peut être construit par raffinements successifs, c’est-à-dire par l’ajout de détails
lorsque l’on passe d’une résolution à la suivante [Burt et Adelson, 1983]. D’une manière
plus précise, une analyse multirésolution de L

2(R) est définie comme une suite de sous-
espaces fermés emboîtés Vj , j ∈ Z, de l’ensemble des fonctions d’énergie finie L

2(R)
[Mallat, 1989a].

2.1.3.2 Les bases d’ondelettes orthogonales

Bancs de filtres : Mallat a démontré qu’il était possible de calculer les coefficients de
la décomposition d’un signal sur une base orthonormée d’ondelettes par un algorithme
rapide, grâce à un banc de filtres sous-échantillonnés à deux canaux effectuant la convo-
lution d’un signal aj avec un filtre passe-bas h[n] = h[−n] (pour obtenir les coefficients
d’approximation) et un filtre passe-bande g[n] = g[−n] (pour obtenir les coefficients de
détails), puis en sous-échantillonnant les sorties par un facteur 2 [Mallat, 1989b] :

aj+1[p] =
+∞
∑

n=−∞
h[n− 2p] aj[n] = aj ⋆ h[2p] (2.22)

dj+1[p] =
+∞
∑

n=−∞
g[n− 2p] aj[n] = aj ⋆ g[2p]. (2.23)

aj+1 et dj+1 se calculent en prenant un échantillon sur deux de la convolution de aj avec
h et g. Le filtre h élimine les hautes fréquences, alors que g est un filtre passe-bande qui
récupère ainsi les hautes fréquences supprimées.
La reconstruction est une interpolation qui insère des 0 dans les suites aj+1 et dj+1 pour
doubler leur longueur, puis les filtre :

aj[p] =
+∞
∑

n=−∞
h[p−2n] aj+1[n]+

+∞
∑

n=−∞
g[p−2n] dj+1[n] = ǎj+1⋆h[p]+ďj+1⋆g[p]. (2.24)

La fonction échelle et l’ondelette peuvent être déterminées, sous certaines conditions,
par des filtres discrets appelés filtres miroirs conjugués ĥ et ĝ, vérifiant les conditions :

– ĥ(ω)11 est 2π périodique et continûment différentiable dans un voisinage de ω = 0,
– ∀ω ∈ R, |ĥ(ω)|2 + |ĥ(ω + π)|2 = 2,
– ĥ(0) =

√
2,

– ĥ(ω) ne s’annule pas sur l’intervalle [−π/2, π/2].

Dans ce cas, la paire de filtres (h et g) engendre une analyse multirésolution et l’onde-
lette mère ψ génère une base orthonormée de L

2(R) par translation et par dilatation. Les
ondelettes orthogonales dilatées de 2j abaissent la résolution du signal à 2−j .

Les approximations d’un signal f aux échelles 2j et 2j−1 sont données respectivement
par la projection orthogonale de f sur Vj et Vj−1. Si on appelle Wj le complémentaire
orthogonal de Vj dans Vj−1 : Vj−1 = Vj ⊕ Wj , la projection du signal sur Vj−1 peut se
décomposer comme la somme des projections orthogonales sur Vj et Wj . La projection
sur Wj contient les détails du signal qui existent à l’échelle 2j−1 et qui sont absents à
l’échelle plus grossière 2j .

11ĥ(ω) est la transformée de Fourier de h(t).
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2.1.3.3 Les bases d’ondelettes biorthogonales

La condition d’orthogonalité est assez contraignante. Afin d’obtenir d’autres bases
d’ondelettes ayant des particularités spéciales (comme la symétrie des filtres), la condi-
tion d’orthogonalité est relâchée. Les filtres h̃ et g̃ utilisés lors de la reconstruction seront
différents des filtres h et g utilisés lors de la décomposition12. Ainsi, lors de la décompo-
sition, les filtres donneront peu de coefficients d’ondelettes de grande amplitude (support
compact) et pour la reconstruction, les filtres donneront des ondelettes régulières (avec
beaucoup de moments nuls) pour limiter les phénomènes oscillatoires.

Les filtres ĥ, ˆ̃h, ĝ et ˆ̃g doivent vérifier les conditions suivantes :

–
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P̃ (ei(ω/2+π)) = 2P̃ (eiω). (2.26)

où P (eiω) et P̃ (eiω) sont deux polynômes uniques (à une constante multiplicative
près) et strictement positifs,

– ĥ(ω) et ˆ̃h(ω) ne s’annulent pas sur [−π/2, π/2].

Dans ce cas, les paires de filtres (h et g) et (h̃ et g̃) engendrent une analyse multirésolution
et les ondelettes mères ψ et ψ̃ génèrent des bases d’ondelettes biorthogonales.

Transformée en ondelettes rapide : La décomposition est identique à celle des onde-
lettes orthogonales. Pour la reconstruction, il suffit de remplacer les filtres h et g dans
l’équation 2.24 par les filtres duaux h̃ et g̃ :

aj[n] = ǎj+1 ⋆ h̃[n] + ďj+1 ⋆ g̃[n]. (2.27)

2.1.3.4 Les différentes bases d’ondelettes

L’utilisation des ondelettes en analyse de texture suppose que les représentations des
singularités et des zones homogènes soient bien différenciées. On cherche donc à construire
des ondelettes ψ de manière à ce que les zones homogènes soient représentées par un
maximum de coefficients proches de 0 et les singularités par quelques coefficients non
négligeables. Cela va dépendre essentiellement du nombre de moments nuls13 de ψ et de
la taille de son support.
Choisir une ondelette avec de nombreux moments nuls lorsque le signal est régulier, sauf
en quelques singularités isolées, permet d’obtenir un grand nombre de coefficients de pe-
tite amplitude. Lorsque le nombre de singularités du signal augmente, afin de conserver un
nombre faible de coefficients de grande amplitude, il est nécessaire de diminuer la taille
du support, quitte à avoir moins de moments nuls.
Des structures seront ainsi représentées de manière plus appropriée par une classe d’onde-
lettes plutôt que par une autre.

12Les ondelettes orthogonales peuvent être vues comme un cas particulier des ondelettes biorthogonales
pour lequel les filtres de décomposition et de reconstruction sont identiques.

13Une ondelette ψ a p moments nuls (ψ est orthogonale à tout polynôme de degré p − 1) si :
∫ +∞

−∞
tkψ(t)dt = 0 pour 0 ≤ k < p
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Nous allons maintenant décrire quelques classes d’ondelettes aux particularités intéres-
santes.

- L’ondelette de Haar : L’ondelette de Haar correspond à une approximation multiréso-
lution de fonctions constantes par morceaux. La fonction d’échelle est φ = 1[0,1]. Le filtre
h est donné par :

h[n] =

{

1/
√

2 pour n = 0, 1
0 sinon

(2.28)

d’où

ψ(t) =







−1 pour 0 ≤ t < 1/2
1 pour 1/2 ≤ t < 1
0 sinon

(2.29)

L’ondelette de Haar est l’ondelette orthogonale dont le support est le plus petit. Elle n’a
qu’un seul moment nul. Elle n’est donc pas très efficace pour approximer les zones régu-
lières. De plus, l’ondelette n’est pas continue et sa transformée de Fourier décroît en 1/ω,
ce qui donne une mauvaise localisation en fréquence.
La figure 2.3 présente un exemple de transformée en ondelettes avec la base de Haar.

d1
j+1

d2
j+1

d3
j+1

d1
j+2

d2
j+2

d3
j+2

d1
j+3

d2
j+3

d3
j+3

aj+3

FIG. 2.3 – Transformée en ondelettes séparables de l’image Lena sur 3 octaves avec une
base de Haar.
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- Les ondelettes de Battle et Lemarié : Les ondelettes splines14 orthogonales dues
à Battle et Lemarié se construisent à partir des approximations multirésolutions par B-
splines15. φ̂(ω) et ĥ(ω) sont données par :

φ̂(ω) =
e−iǫω/2

ωm+1

√

S2m+2(ω), et (2.30)

ĥ(ω) = e−iǫω/2

√

S2m+2(ω)

22m+1S2m+2(2ω)
, (2.31)

avec ǫ = 1 pour m pair ou ǫ = 0 pour m impair et

Sn(ω) =
+∞
∑

k=−∞

1

(ω + 2kπ)n
. (2.32)

Les réponses impulsionnelles h[n] ne sont pas à support fini mais leur décroissance est
exponentielle. Pour des splines de degré m, ĥ(ω) et ses m premières dérivées sont nulles
en ω = π. ψ a donc m+ 1 moments nuls et :

ψ̂(ω) =
e−iǫω/2

ωm+1

√

S2m+2(ω/2 + π)

S2m+2(ω)S2m+2(ω/2)
. (2.33)

Cette ondelette a une forte décroissance exponentielle. Par contre, son utilisation induit un
déphasage qui doit être pris en compte si on souhaite utiliser les relations père-fils entre
les coefficients de différentes échelles d’ondelettes.

- Les ondelettes de Daubechies : Les ondelettes de Daubechies ont un support de taille
minimale (2p) pour un nombre p de moments nuls. ĥ est un polynôme trigonométrique
donné par :

ĥ(ω) =
√

2

(

1 + e−iω

2

)p

.

p−1
∑

k=0

rke
−i k ω, (2.34)

où les rk sont les coefficients d’un polynôme de degré p− 1.
Les ondelettes de Daubechies ne sont pas à phase linéaire (car leurs filtres associés ne sont
pas symétriques). Leur utilisation induit donc un déphasage qui doit être pris en compte
si on souhaite utiliser les relations père-fils entre les coefficients de différentes échelles
d’ondelettes. Un exemple de calcul théorique du décalage induit est présenté en annexe C.

- Les ondelettes splines biorthogonales : Les ondelettes splines biorthogonales sont
construites à partir de :

ĥ(ω) =
√

2 e(
−iǫω

2 )
(

cos
(ω

2

))p

, (2.35)

14Une spline est une fonction définie par morceaux par des polynômes.
15Un B-spline θ de degré m se calcule par m + 1 convolutions de la fenêtre rectangulaire 1[0−1] avec

elle-même, puis en centrant le résultat en 0 (pour m pair et ǫ = 1 dans la formule ci-dessous) ou en 1/2

(pour m impair et ǫ = 0). Sa transformée de Fourier vaut : θ̂(ω) = e(
−iǫω

2 )
(

sin(ω/2)

ω/2

)m+1



50 Chapitre 2 - État de l’art sur les outils ou méthodes d’imagerie

avec ǫ = 0 quand p est pair et ǫ = 1 quand p est impair. La fonction échelle correspondante
est alors un B-spline de degré p− 1 :

φ̂(ω) = e(
−iǫω

2 )
(

sin(ω/2)

ω/2

)p

. (2.36)

Comme ψ est une combinaison linéaire des B-splines φ(2t−n), c’est un spline polynomial
à support compact et de degré p− 1.
Le nombre p̃ de moments nuls de l’ondelette ψ doit avoir la même parité que p. Pour
remplir cette condition, le filtre biorthogonal h̃ de longueur minimale est déterminé par :

ˆ̃h =
√

2 e(
−iǫω

2 )
(

cos
(ω

2

))p̃
q−1
∑

k=0

Cq−1+k
k

(

cos
(ω

2

))2k

. (2.37)

2.1.3.5 La transformée en ondelettes pour les images

Afin d’être utilisée sur des images, de manière plus rapide et moins coûteuse en mé-
moire, la transformée en ondelettes peut utiliser des bases d’ondelettes séparables et mettre
en œuvre l’algorithme rapide vu précédemment pour les signaux à une dimension. Nous
allons en présenter brièvement le principe. Nous aborderons ensuite les traitements aux
bords qui sont susceptibles d’être appliqués pour limiter les artefacts dus à la transformée
en ondelettes aux bords des images.

- Bases d’ondelettes séparables et transformée en ondelettes d’une image : Le pro-
duit tensoriel est utilisé pour étendre les espaces de signaux monodimensionnels à des
espaces de signaux multidimensionnels (comme pour les images, où les signaux sont de
dimension 2). Ils fournissent une méthode simple pour construire des bases de fonctions
séparables pour ces espaces. D’autres constructions sont possibles à partir de bases de
fonctions non séparables [Antoine et al., 2004].

+ Multirésolutions séparables : Comme en dimension 1, la notion de multirésolu-
tion est formalisée avec des projections orthogonales sur des sous-espaces emboîtés. L’ap-
proximation d’un signal I(x1, x2) à la résolution 2−j est définie comme la projection de I
sur un espace V

2
j inclus dans L

2(R). Cette approximation remplit les propriétés décrites
au paragraphe 2.1.3.1.
Dans le cas des multirésolutions séparables de dimension 2, V2

j est constitué des produits
tensoriels de Vj définissant une multirésolution de L

2(R) :

V
2
j = Vj ⊗ Vj. (2.38)

L’espace V
2
j est l’ensemble des fonctions d’énergie finie I(x1, x2), combinaisons linéaires

de fonctions séparables :

I(x1, x2) =
∑

n1∈Z, n2∈Z

a[n1, n2]fn1(x1)gn2(x2) avec fn1 ∈ Vj et gn2 ∈ Vj. (2.39)
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En se basant sur les propriétés du produit tensoriel16, on peut définir une fonction échelle
φ2 telle que {φ2

j,(n1,n2)}(n1,n2)∈Z soit une base orthonormée de V
2
j , à partir d’une fonction

échelle φ telle que {φj,n}n∈Z soit une base orthonormée de V
2
j :

{

φ2
j,(n1,n2)(x1, x2) = φj,n1(x1)φj,n2(x2) =

1

2j
φ

(

x1 − 2jn1

2j

)

φ

(

x2 − 2jn2

2j

)}

(n1,n2)∈Z

.

(2.40)
De même, une base orthonormée d’ondelettes séparables de L

2(R2) est construite à partir
de produits séparables d’une fonction d’échelle φ et d’une ondelette ψ sur l’espace de
détails W

2
j , complémentaire orthogonal de V

2
j : V2

j−1 = V
2
j ⊕ W

2
j .

Trois ondelettes sont définies :

ψ1(x1, x2) = φ(x1)ψ(x2), ψ
2(x1, x2) = ψ(x1)φ(x2), ψ

3(x1, x2) = ψ(x1)ψ(x2), (2.41)

et on pose pour 1 6 k 6 3

ψkj,(n1,n2)(x1, x2) =
1

2j
ψk
(

x1 − 2jn1

2j
,
x2 − 2jn2

2j

)

. (2.42)

La famille d’ondelettes
{

ψ1
j,(n1,n2), ψ

2
j,(n1,n2), ψ

3
j,(n1,n2)

}

(n1,n2)∈Z2
est une base de W

2
j , et

{

ψ1
j,(n1,n2), ψ

2
j,(n1,n2), ψ

3
j,(n1,n2)

}

(j,(n1,n2))∈Z3
est une base de L

2(R2).

Les trois ondelettes extraient des détails de l’image suivant des échelles et des orientations
différentes. Si l’ondelette ψ(t) est à support compact de largeur K, alors les trois onde-
lettes ψk(x1, x2) ont un support carré de même largeur.
D’après (2.41), on peut écrire :

ψ̂1(ω1, ω2) = φ̂(ω1)ψ̂(ω2), ψ̂
2(ω1, ω2) = ψ̂(ω1)φ̂(ω2), ψ̂

3(ω1, ω2) = ψ̂(ω1)ψ̂(ω2).
(2.43)

|ψ̂1(ω1, ω2)| est grand aux basses fréquences horizontales (ω1) et hautes fréquences ver-
ticales (ω2) ; |ψ̂2(ω1, ω2)| est grand aux hautes fréquences horizontales et aux basses fré-
quences verticales, et |ψ̂3(ω1, ω2)| est grand aux hautes fréquences horizontales et verti-
cales.
Ainsi, on a défini une transformée en ondelettes séparable qui pourra être appliquée sur
une image en traitant d’abord les lignes puis les colonnes (ou inversement).

+ Transformée rapide en ondelettes en dimension 2

Décomposition : De la même manière qu’en dimension 1, une transformée en
ondelettes rapide peut être implémentée en dimension 2. À chaque échelle 2j et pour tout
n = (n1, n2), on note :

aj[n] =
〈

f, φ2
j,n

〉

et dkj [n] =
〈

f, ψkj,n
〉

pour 1 6 k 6 3. (2.44)

16Ces propriétés sont :
– Linéarité : ∀λ ∈ C, λ(f1 ⊗ f2) = (λf1) ⊗ f2 = f1 ⊗ (λf2).
– Distributivité : (f1 + g1) ⊗ (f2 + g2) = (f1 ⊗ f2) + (f1 ⊗ g2) + (g1 ⊗ f2) + (g1 ⊗ g2).
– Si H, H1 et H2 sont des espaces de Hilbert tels que H = H1⊗H2. Si {e1n}n∈N et {e2n}n∈N sont deux

bases de Riesz de H1 et H2 respectivement, alors {e1n ⊗ e2m}(n,m)∈N2 est une base de Riesz de H. Si
les deux bases sont orthonormées, alors la base produit tensoriel l’est également.

.
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Pour toute paire de filtres monodimensionnels y[n] et z[n], on écrit le filtre produit yz[n] =
y[n1]z[n2] et y[n] = y[−n]. Soient h[n] et g[n] les filtres miroirs conjugués associés à l’on-
delette ψ. Les coefficients à l’échelle 2j+1 se calculent à partir de aj avec des convolutions
bidimensionnelles séparables et des sous-échantillonnages (cf. figure 2.4) :

aj+1[n] = aj ⋆ hh[2n] (2.45)

d1
j+1[n] = aj ⋆ hg[2n] (2.46)

d2
j+1[n] = aj ⋆ gh[2n] (2.47)

d3
j+1[n] = aj ⋆ gg[2n] (2.48)

Reconstruction dans le cas des ondelettes orthogonales : Si on note y̌[n] =
y̌[n1, n2] l’image construite en insérant une ligne et une colonne de 0 entre chaque ligne
et chaque colonne de y[n], l’approximation aj peut être reconstruite à partir de l’approxi-
mation aj+1 à l’échelle plus grossière et à partir des espaces de détails dkj+1 (cf. figure 2.4)
par la formule :

aj[n] = ǎj+1 ⋆ hh[n] + ď1
j+1 ⋆ hg[n] + ď2

j+1 ⋆ gh[n] + ď3
j+1 ⋆ gg[n]. (2.49)

lignes colonnes

aj h 2 h 2 aj+1

g 2 d1
j+1

g 2 h 2 d2
j+1

g 2 d3
j+1

lignescolonnes

ajh2h2 ⊕

g2

⊕

g2h2 ⊕

g2

FIG. 2.4 – Schéma de décomposition de aj avec 6 blocs de convolutions monodimen-
sionnelles et de sous-échantillonnage le long des lignes et des colonnes, puis reconstruc-
tion de aj à partir de l’approximation aj+1 et des espaces de détails dkj+1 avec 6 blocs de
sur-échantillonnage et de convolutions monodimensionnelles le long des colonnes et des
lignes.

Reconstruction dans le cas des ondelettes biorthogonales : Comme en di-
mension 1, la décomposition est identique à celle des ondelettes orthogonales. Pour la
reconstruction, il suffit de remplacer les filtres h et g dans l’équation 2.49 par les filtres
duaux h̃ et g̃

aj[n] = ǎj+1 ⋆ h̃h[n] + ď1
j+1 ⋆ h̃g[n] + ď2

j+1 ⋆ g̃h[n] + ď3
j+1 ⋆ g̃g[n]. (2.50)

- Signaux finis : Les signaux considérés (quelle que soit la dimension) sont des signaux
finis de N échantillons. Pour calculer les convolutions avec h et g en des abscisses proches
de 0 ou de N − 1, il faudrait connaître le signal au delà des bords n = 0 et n = N − 1.
Pour régler ce problème, trois méthodes peuvent être utilisées :
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+ Rendre le signal périodique : C’est-à-dire dupliquer le signal de manière à ce
que (f(−1) = f(N − 1), f(−2) = f(N − 2), . . . , f(−N + 1) = f(1), f(−N) = f(0)).
Pour réaliser cette opération, les convolutions des équations 2.22 et 2.23 sont remplacées
par des convolutions circulaires. Cela revient à décomposer le signal sur une base d’onde-
lettes périodiques de L

2[0, 1]. Cet algorithme présente l’inconvénient de créer de grands
coefficients d’ondelettes aux bords (singularité entre l’abscisse N − 1 et l’abscisse 0).

+ Replier les bords du signal : Les valeurs du signal sont dupliquées en miroir
(f(−1) = f(1), f(−2) = f(2), . . . , f(−N + 1) = f(N − 1)). Il est équivalent de décom-
poser un signal replié sur une base d’ondelettes et de décomposer ce signal (non replié)
sur une base d’ondelettes repliées :

∫ 1

0

f(t)ψrepl
j,n (t) dt =

∫ +∞

−∞
f repl(t)ψj,n(t) dt. (2.51)

Le signal est ainsi classiquement décomposé sur une base d’ondelettes repliées de L
2[0, 1].

Cette méthode engendre des coefficients aux bords plus petits que la méthode précédente.
Malheureusement, peu d’ondelettes à support compact possèdent une telle symétrie ; on
doit se restreindre à la base de Haar, aux splines d’ordre élevé ou aux bases biorthogonales.

+ Utiliser des ondelettes de bord adaptées : Pour éviter de créer de grands coeffi-
cients d’ondelettes près des bords, il faut construire des ondelettes de bord ayant le même
nombre de moments nuls que l’ondelette ψ d’origine. En pratique, le nombre de calcul né-
cessaire est identique à celui des deux autres méthodes, mais l’implémentation numérique
est plus complexe [Mallat, 2000].

2.1.3.6 La représentation de Scheunders

Ce dernier paragraphe est une application de la transformée en ondelettes aux images
en couleur. Scheunders [Scheunders, 2003] n’a pas défini un système colorimétrique, mais
plutôt une manière de représenter l’information de couleur. Il a proposé une méthode pour
représenter, sur une seule composante, les informations multirésolutions combinées des
singularités d’images multivaluées, en utilisant la transformée en ondelettes. Cette repré-
sentation est basée sur le concept de gradient maximal d’images multivaluées. La décom-
position en ondelettes classique est légèrement modifiée (l’ordre de passage des filtres hL
et gC est inversé dans le calcul de d1

j+1 ; ceci ne modifie pas d1
j+1, mais conduit à deux ma-

nières différentes de calculer d3
j+1 ; on utilise généralement leur moyenne pour déterminer

d3
j+1, cf. figure 2.5).

Le filtre passe-haut est appliqué sur chacune des composantes couleur. En chaque pixel,
la longueur de gradient maximale et la direction correspondant à ce gradient de longueur
maximale sont calculées par une approche basée sur les vecteurs propres de la forme qua-
dratique de l’opérateur vectoriel gradient appliqué à une image. La projection (sur l’axe
des abscisses ou des ordonnées selon que l’on traite les lignes ou les colonnes) de ce gra-
dient de longueur maximale vient remplacer les coefficients issus du filtre passe-haut et
permet ainsi de combiner les plans couleurs en un seul17. La suite de la transformée en on-
delettes est ensuite classiquement appliquée (cf. figure 2.6). L’image d’approximation est,

17Une présentation plus détaillée de la méthode développée par Scheunders peut être trouvée en annexe D.
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aj gL 2 gC 2 d3
j+1

hC 2 d2
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hL 2 gC 2 d1
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aj gL 2 gC 2 :2

hC 2 d2
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FIG. 2.5 – a) Schéma de décomposition en ondelettes classique. b) Schéma de décompo-
sition en ondelettes modifié.
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FIG. 2.6 – Schéma de la Représentation en ondelettes de Scheunders. La boite DIAG
représente le calcul puis la projection sur l’axe des abscisses ou des ordonnées du vecteur
de gradient maximal en chaque pixel.
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quant à elle, calculée pour chaque bande séparément. Cette méthode permet ainsi d’ob-
tenir une décomposition en ondelettes unique des différents plans couleurs en prenant en
compte les plus fortes singularités. Il est à noter que cette méthode peut être appliquée à
un nombre n de composantes. Elle peut donc être utilisée pour les images provenant des
nouveaux appareils d’imagerie fonctionnant en mode multispectral.
La figure 2.7 présente un exemple de représentation en ondelettes selon Scheunders avec
la base de Haar.

FIG. 2.7 – Représentation en ondelettes selon Scheunders de l’image Lena sur 3 octaves
avec une base de Haar.

2.2 Analyse de texture

Les différentes méthodes de calcul de paramètres de texture et de modélisation de
texture vues au paragraphe 2.1.2 peuvent être appliquées à la segmentation et à la classifi-
cation de textures. Nous allons, dans ce paragraphe, introduire de manière générale, et non
exhaustive, la segmentation et la classification de textures.

2.2.1 Segmentation de texture

Le but de la segmentation de texture est de partitionner une image en régions distinctes
de textures cohérentes : les régions extraites doivent posséder une texture homogène (au
regard de un ou plusieurs critères) alors que des régions adjacentes doivent posséder une
texture différente (au regard des mêmes critères). D’autres contraintes, comme la taille mi-
nimum des régions produites ou la régularité des frontières, peuvent être introduites dans
le processus de segmentation [Shapiro et Stockman, 2001].
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Les algorithmes de segmentation peuvent être divisés en deux grandes catégories : les su-
pervisés et les non supervisés. Dans la segmentation supervisée, les algorithmes peuvent
s’appuyer sur des connaissances a priori comme le nombre d’objets ou de classes pos-
sibles. Dans la segmentation non supervisée, il n’y a aucune connaissance a priori. Cer-
tains auteurs [Fauzi et Lewis, 2006] subdivisent la catégorie non supervisée en deux : les
algorithmes de segmentation automatique, où le nombre de classes possibles, le nombre
d’objets à segmenter ou même le type des objets à segmenter est inconnu, et les algo-
rithmes de segmentation non supervisée, où le nombre de classes possibles doit être connu,
mais le nombre ou le type des objets à segmenter est inconnu. Les méthodes automatiques
sont en général composées de deux étapes : une première étape où le nombre de classes
possibles est déterminé, suivie d’une seconde étape de segmentation non supervisée [Sun
et al., 2005].
Une autre classification divise les algorithmes de segmentation de texture en « basé ré-
gions » et « basé contours ». L’approche basée régions, consiste à regrouper des zones
présentant les mêmes caractéristiques de texture. À l’inverse, l’approche basée contours
recherche les zones où les propriétés de texture changent rapidement. La méthode basée
régions présente l’avantage que les frontières des régions détectées sont fermées et que
ainsi, deux régions différentes sont bien séparées, alors que ce n’est pas obligatoirement
le cas dans l’approche basée contours. Les deux types d’approches peuvent être appliqués
successivement afin d’améliorer les résultats de segmentation.

La segmentation de texture est souvent une étape de prétraitement permettant de sé-
parer les différentes régions qui sont ensuite analysées séparément [Shapiro et Stockman,
2001].

2.2.2 Classification de texture

Le but de la classification de texture est d’identifier une texture comme appartenant à
une classe prédéfinie ou bien de donner la probabilité qu’une texture appartienne à l’une
des classes prédéfinies [Duda et al., 2001]. Les algorithmes de classification utilisent les
caractéristiques de texture présentées au paragraphe 2.1.2 comme a priori afin de don-
ner un résultat. Les classifieurs sont classiquement séparés en deux catégories : les para-
métriques et les non paramétriques. La différence réside dans le fait que les classifieurs
paramétriques supposent une distribution des caractéristiques particulière alors que les
classifieurs non paramétriques peuvent être utilisés sans a priori sur la distribution [Duda
et al., 2001].
Les algorithmes de classification supervisée se décomposent en deux phases : une phase
d’apprentissage et une phase de décision. Lors de la phase d’apprentissage, le classifieur
est entraîné à différencier les différentes classes en se basant sur une ou plusieurs carac-
téristiques de textures. Lors de la présentation d’une texture inconnue, ces paramètres de
texture sont calculés sur la nouvelle image et servent à prendre une décision sur la classe
d’appartenance.
Le classifieur bayésien est souvent utilisé pour la classification supervisée paramétrique
alors que le classifieur k-plus proches voisins est souvent utilisé dans la classification su-
pervisée non paramétrique [Varma et Zisserman, 2003]. La métrique utilisée pour calculer
la distance aux k classes les plus proches peut être la distance euclidienne, la distance du
χ2, de Kullback-Leibler, etc.
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Dans le cas des algorithmes de classification non supervisée, le modèle de chaque classe
est appris directement à partir des données d’apprentissage, sans connaissance a priori de
la classe. Ces méthodes sont généralement basées sur le regroupement (clustering) des
données et la formation de groupes distincts pour chaque classe [Wiselin Jiji et al., 2009].

Les méthodes de classification de texture peuvent s’appuyer sur des étapes préalables
de segmentation pour identifier des régions avant de les classer.

2.3 Description d’une méthode de segmentation de tex-
ture par modèle d’arbre de Markov caché

Nous avons présenté de manière générale la segmentation et la classification de texture
ainsi que de nombreux descripteurs de texture. Nous allons à présent, dans cette section,
décrire une méthode de segmentation de texture qui nous a paru très intéressante dans
le contexte de notre étude. Elle permet de réaliser une segmentation de texture multiré-
solution en utilisant les coefficients de la transformée en ondelettes discrète (DWT). La
distribution des coefficients à chaque échelle et entre les échelles est modélisée en utili-
sant un modèle de mélange de gaussiennes couplé à un arbre de Markov caché. Après un
apprentissage des paramètres de chaque texture, chaque pixel est segmenté, à plusieurs
échelles par maximum de vraisemblance. Une fusion interéchelle des résultats de cette
première segmentation est ensuite réalisée afin d’améliorer la segmentation.

2.3.1 Modélisation des données

2.3.1.1 Modélisation de la distribution des coefficients issus de la transformée en
ondelettes

L’étude des coefficients issus de la DWT d’une image est un outil privilégié pour
l’étude des textures. Comme nous l’avons vu dans les chapitres précédents, à chaque
niveau de décimation, la valeur des coefficients dépend de la régularité du signal. Une
singularité va se traduire par un fort coefficient18 en ondelettes qui peut se propager à tra-
vers les échelles [Mallat et Zhong, 1992, Mallat et Liang Hwang, 1992], ce qui permet de
le distinguer de celui généré par un bruit : c’est la propriété de « persistance ». À l’inverse,
une zone homogène donnera lieu à une série de petits coefficients. La transformée en on-
delettes possède également la propriété de « clustering » selon laquelle si un coefficient
d’ondelettes est grand (respectivement petit), les coefficients adjacents sont probablement
grands19 (petits) [Ramchandran et Orchard, 1998] et la propriété dite de « compression »
qui tend à rendre parcimonieuse la transformée en ondelettes des signaux réels : il y a un
petit nombre de grands coefficients portant la majeure partie de l’énergie du signal et un
grand nombre de petits coefficients.

La distribution des coefficients à une échelle et dans une sous-bande donnée ne peut
être approximée par une gaussienne. La distribution est leptokurtique : elle présente un

18ou par un groupe de coefficients de forte amplitude, selon le type et l’ordre d’ondelettes utilisés.
19Cette propriété est variable selon le type et les propriétés de la base d’ondelettes utilisée.
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pic prononcé en 0 avec des queues lourdes [Boubchir, 2007]. Crouse a choisi de modéliser
la distribution des coefficients par un mélange de gaussiennes [Crouse et al., 1998] : une
gaussienne à forte variance (et moyenne nulle) pour les forts coefficients et une gaussienne
à faible variance pour les petits coefficients (cf. figure 2.8).

FIG. 2.8 – Le modèle de mélange de gaussiennes à moyenne nulle à 2 états.
(a) Distribution des grands coefficients (b) Distribution des petits coefficients (c) Le mo-
dèle de distribution des coefficients en ondelettes dans une sous-bande à une résolution
donnée.

Cette modélisation simple permet de bien approximer la distribution des coefficients
en ondelettes dans la plupart des images réelles et, en particulier, dans les images que nous
souhaitons traiter. D’autres modélisations, plus complexes, existent dans la littérature [Liu
et Moulin, 2001, Portilla et al., 2003, Boubchir, 2007], par exemple, mais nous ne les
aborderons pas ici.

La modélisation de Crouse est la suivante : à chaque coefficient d’ondelette20 Wi, est
associé un état discret caché Si qui prend ses valeurs dans m = P,G (signifiant Petite et
Grande variance) avec des fonctions de masse (Probability Mass Function, pmf ) pSi

(m).
Si Si = m, alors Wi est gaussien avec une moyenne µi,m et une variance σ2

i,m. Ainsi, la
pdf de Wi est donnée par

f(wi) =
∑

m=P,G

pSi
(m)f(wi|Si = m), (2.52)

où f(wi|Si = m) ∼ N (wi, µi,m, σ
2
i,m) et pSi

(G) + pSi
(P ) = 1.

2.3.1.2 Modélisation de la distribution jointe des coefficients issus de la transformée
en ondelettes

Les propriétés de persistance et de clustering de la transformée en ondelettes conduisent
à des dépendances locales entre les coefficients en ondelettes. Deux coefficients voisins (en
temps ou en échelle) peuvent être modélisés par des mélanges de gaussiennes avec des va-
riables d’état interdépendantes. Crouse a proposé d’utiliser un graphe probabiliste21 pour
modéliser cette dépendance. Pour simplifier le modèle, il a choisi de ne prendre en compte

20Avertissement : dans cette partie, nous utiliserons la notation Wi pour désigner un coefficient issu de
la transformée en ondelettes. Il ne faut cependant pas confondre avec la notation employée dans la partie
précédente pour désigner les sous-espaces complémentaires Wj .

21Dans un graphe probabiliste, chaque variable aléatoire est associée à un nœud d’un graphe et les dépen-
dances entre les paires de variables sont représentées par des liens connectant ces noœuds.
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que les dépendances père-fils, considérant que une partie de l’influence entre les coeffi-
cients d’une même échelle était « incluse » dans les dépendances père-fils22. Ces dernières
sont modélisées par un arbre de Markov caché (Hidden Markov Tree, HMT) à une dépen-
dance23 qui connecte les variables d’états cachés à travers les échelles (cf. figure 2.9). Les
dépendances entre variables d’état sont modélisées via des probabilités de transition entre
l’état d’un père et l’état de ses fils. La matrice des probabilités de changement d’état est
de la forme :





εp=Pf=P εp=Pf=G

εp=Gf=P εp=Gf=G



 =





εp=Pf=P 1 − εp=Pf=P

1 − εp=Gf=G εp=Gf=G



 , (2.53)

où εp=af=b représente la probabilité que le père soit à l’état a quand le fils est à l’état b. On

espère que grâce à la propriété de « persistance », εp=Pf=P et εp=Gf=G soient grands.

FIG. 2.9 – Modélisation de la transformée en ondelettes : a) Les dépendances père-fils des
sous-bandes de la DWT. Chaque flèche part d’un coefficient d’ondelettes père et pointe
vers ses 4 coefficients fils à la résolution supérieure. (b) La structure en quadtree du mo-
dèle, détaillée pour une sous-bande. (c) Le modèle HMT, détaillé pour une sous-bande.
Chaque coefficient en ondelettes (nœud noir) est modélisé par un mélange de gaussiennes,
contrôlé par un état caché (nœud blanc).

Tel quel, le modèle HMT possède 4n paramètres pour une image de n pixels. Ceci peut
rendre le modèle difficile à apprendre automatiquement si le nombre des images d’appren-
tissage est faible. Heureusement, les coefficients d’ondelettes à une même échelle tendent
à avoir les mêmes propriétés statistiques. C’est pourquoi un seul jeu de paramètres sera uti-
lisé à chaque échelle. Au final, le modèle HMT comporte, pour chaque échelle de chaque
sous-bande de la transformée en ondelettes, un vecteur de paramètre M composé de la
moyenne de la variance et de la fonction de masse des gaussiennes modélisant la distribu-
tion des coefficients en ondelettes et de la matrice de probabilités de transitions de l’état
d’un père à l’état d’un fils : M := {µm, σ2

m, pS(m), εmn} avec m,n ∈ {P,G}.

22En pratique, on s’aperçoit que, à cause du pouvoir décorrélateur de la transformée en ondelettes, l’in-
fluence entre les coefficients d’une même échelle décroît très rapidement et que seuls les coefficients proches
(fils d’un même père ou dont les pères sont eux même fils d’un même grand-père) sont affectés.

23C’est à dire que un coefficient ne peut être influencé que par son père et ne peut influencer que ses fils.
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2.3.2 Apprentissage des paramètres du modèle HMT.

Crouse [Crouse et al., 1998] propose également une méthode d’apprentissage pour
obtenir les paramètres du modèle HMT pour chaque classe c ∈ {1, . . . , Nc} via un algo-
rithme Expectation Maximization (EM) adapté aux modèles de Markov cachés. L’algo-
rithme EM trouve les optima locaux (au sens du maximum de vraisemblance) de chaque
jeu de paramètres. À chaque itération, l’étape E calcule une vraisemblance à partir des pa-
ramètres actuels. À l’étape M, les paramètres sont actualisés afin de maximiser la vraisem-
blance que les pixels soient issus de la distribution décrite par le modèle. Cet algorithme
est expliqué dans l’annexe E.

2.3.3 Segmentation multiéchelle par modèle HMT

Calcul d’une fonction de vraisemblance Choi utilise le modèle de Crouse pour réali-
ser une segmentation multiéchelle [Choi et Baraniuk, 2001]. Il constate que certains al-
gorithmes de segmentation emploient une fenêtre de classification, en espérant que tous
les pixels de la fenêtre appartiennent à la même classe. La segmentation consiste ensuite
à attribuer une classe à chaque fenêtre. Cependant, la taille de la fenêtre est cruciale. Une
grande fenêtre améliore la fiabilité de la classification (car un nombre plus important de
pixels offre une information statistique plus riche) mais en contrepartie, des pixels de
classes différentes risquent d’être inclus dans la fenêtre. Une grande fenêtre est donc in-
téressante à utiliser pour les régions homogènes, mais pas à proximité des frontières des
régions. À l’inverse, une petite fenêtre fournit des informations moins fiables, statistique-
ment parlant, mais aura un risque plus faible d’inclure des pixels de classes différentes.
Elle est à utiliser près des frontières des régions.
Une segmentation multiéchelle utilise les avantages des deux types de fenêtres.
Les auteurs utilisent des carrés dyadiques (une division récursive de l’image en quatre
sous-images de taille identique) pour créer des fenêtres de classification de tailles dif-
férentes (cf. figure 2.10(a)). Les carrés dyadiques ont une structure en quadtree (cf. fi-
gure 2.10(b)). On note un carré dyadique à l’échelle j dji (i est un indice correspondant
au numéro du carré à l’échelle considérée). J est le nombre maximum de décimations
possibles. d0

0 représente la racine de l’arbre (soit l’image entière, de taille 2J × 2J). dJi
représente une feuille de l’arbre (soit un pixel de l’image). Si on considère une image x
comme une réalisation d’un champ aléatoireX , les carrés dyadiques sont aussi des champs
aléatoires notés Dj

i .

Pour estimer le label de chaque carré dyadique, Choi s’appuie sur le modèle HMT.
Comme celui-ci est appliqué aux coefficients issus d’une transformée en ondelettes déci-
mée, il possède également une structure en quadtree pour chacune des directions (sous-
bande) d’étude de la transformée en ondelettes. Les paramètres du HMM (moyenne , va-
riance, probabilité d’apparition des gaussiennes et probabilité de transition entre états re-
groupés dans le vecteur M) ayant été appris pour chaque classe à reconnaître, Choi estime
la ressemblance entre les données de la transformée en ondelettes de l’image observée et le
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FIG. 2.10 – Structure dyadique de la transformée en ondelettes : (a) Image x divisée en
carrés dyadiques à différentes échelles. Chaque carré dyadique peut être associé à un sous-
arbre de coefficients d’ondelettes. (b) Structure en quadtree des carrés dyadiques. Chaque
carré père dρ(i)j−1 se divise en quatre fils à l’échelle j.

modèle HMT des images d’apprentissage par le calcul d’une fonction de vraisemblance24 :

f(Ti|M) =
∑

m=P,G

f(Ti|Si = m,M) × p(Si = m |M). (2.54)

2.3.3.1 Le modèle HMT 2D

La transformée en ondelettes d’une image selon l’algorithme de Mallat comprend trois
orientations avec trois structures en quadtree. Ainsi, un nœud i dans les sous-bandes LH,
HL et HH correspond au même carré dyadique di dans l’image. Bien que les trois sous-
bandes soient dépendantes les unes des autres, elles vont être, pour des raisons de simpli-
fication des calculs, considérées comme statistiquement indépendantes. Si on note MLH ,
MHL et MHH le vecteur de paramètres pour chacune des sous-bandes, on a le vecteur
final M := {MLH ,MHL,MHH}. Sous la condition d’indépendance des sous-bandes,
on peut écrire :

f(w|M) = f(wLH |MLH) · f(wHL|MHL) · f(wHH |MHH). (2.55)

Intentionnellement, les coefficients d’approximation de la DWT ne sont pas pris en
compte.

2.3.3.2 Segmentation « brute »

En se rappelant que les coefficients d’ondelettes d’un carré dyadique correspondent
au triplet {T LH , T HL, T HH}, comme on suppose les sous-bandes indépendantes, on peut
écrire la vraisemblance pour un carré dyadique di comme étant :

f(di|M) = f(T LH
i |MLH) · f(T HL

i |MHL) · f(T HH
i |MHH). (2.56)

La vraisemblance de chaque carré dyadique peut ainsi être calculée pour chaque classe de
texture.
Chaque pixel est ensuite affecté par maximum de vraisemblance (Maximum of Likelihood,

24Les termes de cette fonction de vraisemblance peuvent être calculés en employant un algorithme simi-
laire à l’étape E de l’algorithme EM appliqué aux HMM présenté en annexe E.
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ML) à la texture la plus similaire. On obtient ainsi une segmentation « brute » à chaque
échelle.

Cette première segmentation n’est pas satisfaisante. Pour lutter contre les effets « taille
de la fenêtre contre fiabilité statistique » de la segmentation « brute », Choi propose de
réaliser une fusion interéchelle des résultats de classification trouvés auparavant [Choi et
Baraniuk, 2001].

2.3.4 Fusion interéchelle basée sur le contexte

L’amélioration de la segmentation « brute » va être réalisée en modélisant les dépen-
dances interéchelle entre les carrés dyadiques. Comme les carrés dyadiques à fine résolu-
tion ont pour parents des carrés à résolution plus grossière, les carrés dyadiques sont liés
à travers les échelles. On peut donc s’aider de l’information trouvée dans les carrés de
résolution grossière pour déterminer la décision dans les carrés à plus fine résolution. Les
informations contenues dans les voisins du carré parent seront également utilisées comme
aide à la décision. Ces données sont modélisées à travers un « vecteur de contexte ». L’uti-
lisation de ce vecteur de contexte permet également de prendre en compte le fait que deux
coefficients voisins dans une sous-bande ne sont pas entièrement indépendants.
La dépendance interéchelle est modélisée par un nouvel arbre (Arbre des Labels) avec
une chaîne de Markov à une dépendance entre les niveaux. À partir des données de cet
arbre, une estimation du label de chaque carré est faite (par une estimation Maximum a
posteriori, MAP), de manière récursive jusqu’au niveau du pixel.

2.3.4.1 Segmentation bayésienne

Dans un contexte bayésien, chaque label de classe ci va être traité comme une variable
aléatoire Ci prenant ses valeurs dans {1, 2, . . . , Nc}, Nc étant le nombre de classes. Étant
donné la distribution a posteriori p(ci|x) de Ci étant donné X , la classification Maximum
A Posteriori (MAP) du carré dyadique di correspond au label de classe qui maximise la
distribution a posteriori

ĉMAP
i := arg max

ci∈{1,2,...,Nc}
p(ci|x). (2.57)

La distribution a posteriori peut être écrite, en appliquant la règle de Bayes,

p(ci|x) =
f(x|ci)p(ci)

f(x)
. (2.58)

Si on note dj l’ensemble des carrés dyadiques à l’échelle j, (dj contient l’information sur
l’image x entière), on peut écrire l’équation précédente sous la forme :

p(cji |dj) =
f(dj|cji )p(cji )

f(dj)
. (2.59)

La résolution de cette équation étant difficilement réalisable en pratique, elle va être sim-
plifiée. Pour cela, un arbre probabiliste basé sur la structure en quadtree des carrés dya-
diques va être construit pour modéliser cette probabilité a posteriori. Le modèle d’arbre
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des labels résultant va capturer les dépendances interéchelles entre les blocs dyadiques et
leurs labels de classe pour permettre une décision de fusion bayesienne multiéchelle.

2.3.4.2 Modèle de l’image avec des labels de classe cachés

Plutôt que de modéliser les statistiques jointes des carrés dyadiques Di directement,
Choi choisit de modéliser les statistiques du label de classe Ci associé. On suppose que ce
label Ci contrôle les propriétés texturales du carré Di.
Soit Cj l’ensemble des labels de classe à l’échelle j. Étant donné Cj = cj , tous les Dj

i

sont indépendants :
f(dj|cj) =

∏

i

f(dji |cji ). (2.60)

On obtient donc l’équation suivante :

p(cj|dj) =
f(dj|cj)p(cj)

f(dj)
=
p(cj)

f(dj)

∏

i

f(dji |cji ). (2.61)

Cette équation reste difficile à résoudre sauf si la distribution jointe p(ci) peut être sim-
plifiée. Pour cela, il va être supposé que la distribution jointe des labels de classe Cj

i est
entièrement déterminée par les Cj−1

i à l’échelle précédente (plus grossière). Ceci, com-
biné à l’assomption que Di est conditionnellement indépendant de tous les Ck étant donné
Ci (pour i 6= k), fait que Cj−1

i , Cj
i et Di forment une chaîne de Markov. Cette heuris-

tique modélise les dépendances interéchelles entre les labels de classe. Ainsi, étant donné
Cj−1
i = cj−1

i , les Cj
i à l’échelle j sont indépendants, et on peut écrire :

p(cj|cj−1) =
∏

i

p(cji |cj−1). (2.62)

Calculer p(cji |cj−1) reste encore difficile. Le contexte va permettre de simplifier les calculs.
Pour chaque carré dyadique Di, avec le label de classe caché Cj

i , est assigné un vecteur
de contexte vji qui est formé des informations de cj−1. Le triplet vi → Ci → Di forme
une chaîne de Markov à une dépendance. vi contient suffisamment d’informations sur cj−1

pour que, étant donné vi, C
j
i et Dj

i soient indépendants de tous les autres Cj
k et Dj

k. On
peut écrire :

p(cj|vj) =
∏

i

p(cji |vji ). (2.63)

Comme Di est indépendant de vi étant donné Ci, on peut écrire :

p(cj|dj, vj) =
f(dj|cj) · p(cj|vj)

f(dj|vj) =
1

f(dj|vj)
∏

i

[f(dji |cji ) · p(cji |vji )], (2.64)

soit
f(cji |dji , vji ) ∝ f(dji |cji ) · p(cji |vji )]. (2.65)

Ici, f(dji |cji ) sont les probabilités des carrés dyadiques di, étant donné les différentes va-
leurs de classe Ci, qui sont calculées lors de la segmentation « brute » pour chaque modèle
de texture. p(ci|vi) donne l’information sur les Cj

i fournis par les Cj−1
k par l’intermédiaire

de vi.
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2.3.4.3 Arbre des labels de contexte

Il faut faire un compromis entre la complexité du contexte et la précision du modèle.
vji peut potentiellement être une fonction de tous les Cj−1

k à l’échelle j−1. Choi choisit un
modèle plus simple. Le vecteur de contexte comportera deux valeurs : la valeur du label
du père et la valeur majoritaire des labels des huit voisins du père. Ceci permet de prendre
en compte une fenêtre centrée sur dji de trente six carrés dyadiques. Cette organisation est
appelée arbre des labels de contexte.
Si on a Nc textures différentes, on a donc Nv := N2

c vecteurs de contexte différents :
vi ∈ {v1, . . . vNv

}.
Comme les p(cji |vji ) à l’échelle j dépendent des Cj−1

k à l’échelle j − 1, f(cji |dji , vji ) sera
évalué et maximisé dans une approche multiéchelle qui fusionnera les probabilités du
modèle HMT f(dji |cji ) en utilisant l’arbre des labels p(cji |vji ).

Algorithme EM de fusion multiéchelle La fusion est réalisée comme suit : on démarre
à l’échelle j − 1 qui est suffisamment grossière pour que la segmentation « brute » par
ML, ĉj−1

ML, soit fiable, statistiquement parlant. On utilise cette segmentation comme étant
la décision MAP, ĉj−1

MAP . Ceci permet de déterminer vji à l’échelle j. f(dji |cji ) est connu (il
est calculé lors du calcul des vraisemblances du HMT). L’estimée au sens du maximum
de vraisemblance de p(ci|vi) est celle qui maximise la vraisemblance d’une image étant
donné les contextes vi :

f(x|vj) =
∏

J(i)=j

Nc
∑

l=1

f(dji |ci = l) · p(ci = l|vi). (2.66)

p(ci|vi) est choisi, au sens du maximum de vraisemblance en moyennant les valeurs sur
l’image entière x.
p(ci|vi) est déterminé en appliquant la règle de Bayes :

p(ci|vi) =
p(vi|ci) · p(ci)

p(vi)
. (2.67)

En posant : ej,m := pci(m) et αj,vk,m := p(vi = vk|ci = m), l’ensemble des probabili-
tés P := {ej,m, αj,vk,m} peut être calculé avec un algorithme EM sur l’arbre des labels de
contexte.

Étape E :

p(ci = m|dji , vji ) =
ej,mαj,vi,mf(dji |ci = m)
Nc
∑

l=1

ej,lαj,vi,lf(dji |ci = l)

(2.68)

Étape M :

ej,m =
1

22j

∑

i

p(ci = m|vji , dji ) (2.69)

αj,vk,m =
1

22j · ej,m
∑

i avec vj
i =vk

p(ci = m|vji , dji ) pour chaque vk, k ∈ {i, . . . , Nv}. (2.70)
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Les étapes E et M sont appliquées successivement jusqu’à convergence.
La classification de Bayes basée sur le contexte permet ainsi de calculer le label qui maxi-
mise la distribution contextuelle a posteriori p(ci|di, vi).

2.3.4.4 Amélioration de la segmentation aux frontières des régions

Afin de mieux détecter et localiser les frontières entre les régions segmentées, Fan et
Xia ont proposé d’utiliser d’autres vecteurs de contexte [Fan et Xia, 2001]. En plus d’uti-
liser un vecteur rassemblant la valeur du père et des voisins du père, les auteurs utilisent
un vecteur contenant les valeurs des voisins du fils, et un autre rassemblant les valeurs du
père, des voisins du père et des voisins du fils (cf. figure 2.11).

FIG. 2.11 – Les différents vecteurs de contextes utilisés par Fan et Xia [Fan et Xia, 2001].
Les carrés dyadiques utilisés sont : a) les voisins du fils, b) les voisins du père et le père,
c) le père, les voisins du père, les voisins du fils.

Ces différents vecteurs sont utilisés séquentiellement. Le résultat de segmentation avec un
vecteur de contexte sert d’image « d’initialisation » (segmentation « brute ») au vecteur de
contexte suivant.

2.4 Classification supervisée d’un problème multiclasse

Nous avons décrit dans les paragraphes précédents quelques méthodes de classification
multiclasse supervisée. Un problème de classification supervisée avec une base multiclasse
vise à construire une fonction F faisant correspondre à l’espace des vecteurs d’entrée un
espace de sortie de plus de deux classes. Chaque exemple (x, y) consiste en une instance
x ∈ X et une étiquette y ∈ Y = {1, · · · , K} où X est l’espace des vecteurs d’entrée et Y
est l’espace des K classes à discriminer. La fonction F fait correspondre une étiquette à
une instance : F : x→ {1, · · · , K}.
Un problème de classification multiclasse peut être abordé de deux façons : l’optimisation
d’un problème unique à partir de l’ensemble des données (all at once) ou bien la définition
d’un ensemble de sous-problèmes binaires (où une classe, dite positive, doit être séparée
d’une autre, dite négative), qui sont ensuite optimisés séparément puis combinés [Lézoray
et Cardot, 2008].
Il peut ainsi être envisageable d’utiliser les méthodes de classification supervisée vues au-
paravant de deux manières : soit en les employant directement avec lesK classes en même
temps, soit en les employant plusieurs fois avec 2 classes uniquement et en combinant les
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résultats.
Dans cette partie, nous allons comparer les deux approches, puis nous présenterons les dif-
férentes manières de décomposer un problème multiclasse en un ensemble de problèmes
binaires. Nous présenterons enfin les différentes méthodes permettant de combiner les sor-
ties des classifieurs binaires.

2.4.1 Classification supervisée : classifieur multiclasse ou combinai-
son de classifieurs binaires ?

L’approche « classifieur multiclasse » est la plus simple à mettre en œuvre avec des al-
gorithmes d’apprentissage artificiels (réseaux de neurones, k-plus proches voisins, arbres
de décision, voire Séparateurs à Vaste Marge (SVM) adaptés aux multiclasses). Cepen-
dant, le temps d’apprentissage des algorithmes de classification multiclasse est générale-
ment plus long que celui des algorithmes de classification binaire du fait du nombre plus
important d’échantillons d’apprentissage nécessaires. La résolution directe d’un problème
multiclasse est également souvent plus difficile. En effet, un grand nombre de frontières
de décisions doit être appris simultanément [figure 2.13a], alors que dans les problèmes
binaires, une seule frontière de décision, généralement plus simple, mais plus spécialisée,
doit être apprise [Price et al., 1994]. C’est pourquoi, du fait de la simplicité des fonctions
de décision, de l’apprentissage rapide et de la sélection de modèle qui est plus simple, la
décomposition d’un problème multiclasse en sous-problèmes binaires est souvent préfé-
rée25.

Un schéma multiclasse de combinaison de classifieurs binaires doit comporter un
schéma de décomposition du problème et un schéma de décodage [figure 2.12].

Exemple
x ∈ X

Classifieur ψ1

Classifieur ψi

Classifieur ψn

Schéma de
décodage

...

...

Décomposition Décodage

Étiquette
y ∈ Y

D(ψ1, x)

D(ψi, x)

D(ψn, x)

FIG. 2.12 – Schéma multiclasse de combinaison de classifieurs binaires.

Le schéma de décomposition sépare un problème multiclasse en un ensemble de pro-
blèmes indépendants à deux classes (dichotomie) et détermine pour chacun des n classi-
fieurs ψk une fonction de décision D(ψk). Après avoir été entraîné, le classifieur donnera

25Avertissement : dans cette partie, nous utiliserons la notation ω pour désigner une classe et ψ pour
désigner un classifieur car elles sont couramment employées dans la littérature. Il ne faut cependant pas les
confondre avec les notations ω et ψ employées dans la partie précédente pour désigner, respectivement, les
fréquences et une fonction d’ondelette.
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pour un exemple x ∈ X la réponse D(ψk, x), c’est-à-dire une estimation de la probabilité
que x appartienne à la classe positive ou à la classe négative du classifieur ψk. La classe
finale sera déterminée par un schéma de décodage des sorties des classifieurs. Dans le
schéma de décodage, un indice de confiance d’appartenance aux classes g : R

k → R
K

est généralement calculé. Une décision est ensuite prise à partir d’une combinaison de ces
derniers par h : R

K → Y . Un schéma de décodage effectuera donc la transformation sui-
vante : h ◦ g(D(ψ1, x), · · · , D(ψn, x)).

Dans la suite, nous présenterons les schémas de décomposition usuels, puis les sché-
mas de décodage associés.
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FIG. 2.13 – (a) Classifieur multiclasse : un classifieur sépare toutes les classes, (b) Clas-
sifieur un contre tous : K classifieurs séparent une classe de toutes les autres (ici x contre
tous les autres), (c) Classifieur un contre un : K(K − 1)/2 classifieurs séparent une classe
d’une autre (ici + contre *).

2.4.2 Stratégies de décomposition

Le principe d’un schéma de décomposition d’un problème multiclasse en k problèmes
binaires revient à construire une matrice de codage Ψ du problème multiclasse.

Ψ =

ψ1 · · · ψk
ω1
...
ωK

ψ1,1 . . . ψ1,k
...

. . .
ψK,1 . . . ψK,k

(2.71)

Dans cette matrice, chaque ligne précise l’utilisation d’une classe ωy dans le problème
binaire et chaque colonne est un vecteur ψi qui représente un sous-problème de discrimi-
nation binaire (classifieur). Ce vecteur exprime, pour l’exemple considéré, si la classe ωy
est associée à la classe positive (ψy,i = +1), à la classe négative (ψy,i = −1) ou n’est pas
présente (ψy,i = 0).
Pour être valide, Ψ doit permettre la reconstruction, c’est-à-dire qu’il ne doit pas exister
deux exemples (x, y) et (x′, y′) tels que pour y 6= y′, Ψ(x) = Ψ(x′).
La base d’apprentissage binaire Z(ψi) définie à partir d’une base multiclasse Z et de la
transformation binaire induite par ψi est :

Z(ψi) = {(x,+1)|(x, y) ∈ Z, ψy,i = +1} ∪ {(x,−1)|(x, y) ∈ Z, ψy,i = −1}. (2.72)
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D(ψi) désigne la fonction de décision du classifieur ψi produite à partir d’une base d’en-
trainement Z(ψi). La valeur d’une de ces fonctions de décision binaire pour un exemple x
est notée D(ψi, x).

La structure de la matrice Ψ définit la nature du schéma de décomposition utilisé. La
plupart du temps, cette structure est prédéfinie. Sinon, elle est produite par un schéma
d’apprentissage.
Nous allons présenter ici les structures prédéfinies les plus courantes, mais la littérature
en compte de nombreuses autres (par exemple, [Lei et Govindaraju, 2005] propose la
méthode Half Against Half qui est basée sur un arbre de décision avec un classifieur à
chaque nœud).

2.4.2.1 Un contre tous

La stratégie la plus simple à mettre en place consiste à construire autant de classifieurs
qu’il y a de classes à discriminer. Chaque classifieur est alors entraîné à distinguer les
exemples d’une classe par rapport à ceux de toutes les autres classes [figure 2.13b]. On
parle de stratégie Un Contre Tous (One Against All ou One Versus All [Vapnik, 1998, Rif-
kin et Klautau, 2004] ou One Per Class [Moreira et Mayoraz, 1998, Ko et Byun, 2003]). La
matrice suivante présente un exemple de décomposition un contre tous pour un problème
à quatre classes.

Ψ =









+1 −1 −1 −1
−1 +1 −1 −1
−1 −1 +1 −1
−1 −1 −1 +1









(2.73)

Ce schéma de décomposition a l’avantage de ne produire que K problèmes binaires,
mais en revanche, lors de l’apprentissage, tous les exemples du problème multiclasse
doivent être utilisés, ce qui augmente les temps d’apprentissage [Lei et Govindaraju,
2005]. Bien que les fonctions de décision produites soient en général complexes, Rifkin et
Klautau [Rifkin et Klautau, 2004] ont montré que cette méthode produit de bons résultats
du fait de la simplicité du processus de décodage.

2.4.2.2 Un contre un

Une autre stratégie possible est le Un Contre Un (également appelé One Versus One
[Kreßel, 1999], Round Robin [Fürnkranz, 2001] ou Pairwise Coupling [Price et al., 1994])
qui consiste à construire autant de classifieurs qu’il y a de paires de classes [figure 2.13c].
Cette décomposition induit K(K − 1)/2 classifieurs binaires qui discriminent une paire
de classes en ignorant les autres.
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La matrice suivante présente un exemple de décomposition un contre un pour un problème
à quatre classes.

Ψ =









+1 +1 +1 0 0 0
−1 0 0 +1 +1 0

0 −1 0 −1 0 +1
0 0 −1 0 −1 −1









(2.74)

Avec ce schéma de décomposition, chaque problème binaire est de taille plus faible
que le problème initial, ce qui réduit les temps d’entraînement. Ceci est contrebalancé par
le nombre de problèmes binaires à traiter. Les frontières de décision sont cependant plus
aisées à trouver puisque les discriminations ne concernent que deux classes à chaque fois.
Fürnkranz a montré que l’approche un contre un surclassait les approches un contre tous et
la résolution multiclasse directe lorsque le nombre de classes augmente [Fürnkranz, 2003].
Pour des raisons de simplification, un classifieur discriminant la classe ωi de la classe ωj
sera désormais noté ψωi,ωj

.

2.4.2.3 « Error-Correcting Output Codes »

L’approche par ECOC (Error-Correcting Output Codes) est la généralisation du un
contre un et du un contre tous [Allwein et al., 2000]. La décomposition par ECOC vient
de la théorie du signal : lorsqu’un signal est transmis sur un canal, il peut être perturbé par
du bruit et modifié. Une manière de détecter, voire de corriger ces erreurs est de n’émettre
que des signaux maîtrisés et redondants : des mots-code aux propriétés choisies (notam-
ment la distance minimum inter-mots) regroupés dans un dictionnaire. Tout signal en sor-
tie de canal n’appartenant pas au dictionnaire peut être considéré comme erroné [Bose et
Ray-Chaudhuri, 1960].
Le même principe est utilisé pour la décomposition/combinaison de classifieurs. Chaque
classe se voit attribuer un mot-code de longueur n qui introduit une redondance (n > K,
le nombre de classes) [Dietterich et Bakiri, 1995]. Chaque « lettre » du mot représente la
sortie d’un classifieur. Les valeurs possibles sont {−1,+1}, indiquant si l’exemple appar-
tient à la classe positive ou à la classe négative. Les classifieurs sont sélectionnés pour
que leurs sorties forment un mot-code pour chaque classe (cf. table 2.1 page 73). Le canal
bruité, lors de la transmission du signal, est ici remplacé par l’opération de classification
multiclassifieur sur un exemple inconnu. Cette opération produit un mot-code en sortie des
classifieurs. La classe choisie au final est celle dont le mot-code en sortie de classifieurs
minimise l’erreur avec l’un des mots-code du dictionnaire. La redondance ajoutée permet
d’améliorer la robustesse lorsqu’un classifieur rend une classe incorrecte.
Allwein et son équipe [Allwein et al., 2000] ont étendu la méthode pour que les valeurs
de sortie possibles des classifieurs soient {−1, 0, 1}. Cette méthode est parfois appelée
ECOC généralisé. Il est ainsi envisageable qu’un classifieur ne participe pas à une di-
chotomie donnée (valeur 0), ce qui est le cas, par exemple, pour (K − 1)(K − 2)/2 des
classifieurs de la méthode un contre un.
Les mots-code sont rangés dans une matrice Ψ (définie comme la matrice de codage) de
taille K ∗ n. Dans [Dietterich et Bakiri, 1995], Dietterich et Bakiri décrivent les bonnes
pratiques pour la construction d’une matrice de codage : les lignes doivent être bien sépa-
rées (en termes de distance de Hamming) et les colonnes doivent être non corrélées (i.e. la
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distance de Hamming entre toutes colonnes fi et fj (j 6= i) ainsi qu’entre fi et le complé-
ment de fj doit être grande). Il est ainsi possible d’obtenir, selon le nombre de symboles
de départ, 2K−1 − 1 ou ((3K − 1)/2) − 1 codes différents.

2.4.3 Stratégies de décodage

Les sorties des classifieurs issues du schéma de décomposition doivent être combinées
(décodées) de manière à pouvoir rendre une décision sur la classe à choisir. Les difficul-
tés vont venir des classifieurs qui ne sont pas parfaits et qui peuvent donner des erreurs
de prédiction dont il faut minimiser l’influence. Il faut également prendre en compte les
inconsistances de certains classifieurs. Par exemple, un classifieur ψωi,ωj

ne sera pas perti-
nent dans l’analyse d’une classe ωk.

Deux familles de principe de décodage sont en général reconnues : le décodage di-
rect et le décodage par élimination. Dans le décodage direct, une valeur de confiance (ou
probabilité) est déterminée pour chaque classe du problème initial à partir des sorties des
fonctions de décision issues du schéma de décomposition. La valeur de confiance la plus
probable est choisie. Dans le décodage par élimination, à chaque étape, seul un sous-
ensemble restreint des classes initiales est retenu (soit directement, soit par élimination)
de telle manière qu’il ne reste plus qu’une seule classe après la dernière étape.
Nous allons présenter les principales stratégies de décodage de la littérature pour ces deux
familles, suivant le schéma de décomposition utilisé.

2.4.3.1 Décodage direct

- Classifieur un contre tous La valeur de confiance est directement donnée par :

p(ω = ωi|x) =
D(ψi, x)
K
∑

j=1

D(ψj, x)

, (2.75)

où D(ψi, x) est la décision prise par le classifieur ψi en réponse aux données x. On obtient
ensuite la classe vainqueur par : w(x) = arg max

ωi

p(ω = ωi|x).

- Classifieur un contre un Dans la décomposition un contre un, la sortie du classifieur
binaire ψωi,ωj

, D(ψωi,ωj
, x) fournit une estimation de la probabilité qu’un exemple x soit

issu de la classe ωi lorsque l’on sait qu’il provient du couple (ωi, ωj) [Price et al., 1994] :

D(ψωi,ωj
, x) ≈ p(ω = ωi|x, ω ∈ {ωi, ωj}). (2.76)

La difficulté est de définir les valeurs de p(ω = ωi|x) à partir des estimations des
p(ω = ωi|x, ω ∈ {ωi, ωj}).
p(ω = ωi|x) est supposé satisfaire la relation suivante :

p(ω = ωi|x, ω ∈ {ωi, ωj}) =
p(ω = ωi|x)

p(ω = ωi|x) + p(ω = ωj|x)
. (2.77)
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La classe vainqueur sera ensuite déterminée par : w(x) = arg max
ωi

p(ω = ωi|x).

Il existe de nombreuses méthodes pour déterminer p(ω = ωi|x). Nous allons passer en
revue les principales.

+ Vote Majoritaire : La méthode du Vote Majoritaire [Friedman, 1996] est proba-
blement la plus simple : chaque classifieur apporte sa voix à la classe qui lui semble la
plus probable. La classe ayant reçu le plus de voix sera déclarée vainqueur.
L’estimation de la probabilité d’appartenance à une classe est donnée par :

p(ω = ωi|x) =
1

N

K
∑

j=1
j 6=i

I

(

D(ψωi,ωj
, x) > 0, 5

)

, (2.78)

où N = K(K − 1)/2 est le nombre de classifieurs et I(η) est une fonction qui vaut 1 si η
est vraie et 0 sinon.

+ Méthode de Refregier : En partant de (2.77), on peut écrire que :

D(ψωi,ωj
, x)

D(ψωj ,ωi
, x)

≈ p(ω = ωi|x, ω ∈ {ωi, ωj})
p(ω = ωj|x, ω ∈ {ωi, ωj})

=
p(ω = ωi|x)
p(ω = ωj|x)

. (2.79)

Réfregier et Vallet [Refregier et Vallet, 1991] proposent de transformer (2.79) en une
égalité. Ils obtiennent ainsi un système deK(K−1)/2 équations àK inconnues. Il suffit de
choisir (K − 1) D(ψωi,ωj

, x) et de résoudre le système pour déterminer les p(ω = ωi|x).
Cependant, le choix des (K − 1) D(ψωi,ωj

, x) est crucial et trouver un sous-ensemble
optimal peut être coûteux [Price et al., 1994].

+ Méthode de Price : Dans [Price et al., 1994], Price et ses collaborateurs dé-
montrent que

K
∑

j=1
j 6=i

p(ωi|x, ω ∈ {ωi, ωj}) − (K − 2)p(ω = ωi|x) = 1 (2.80)

À partir de cette équation et de (2.77), ils calculent p(ω = ωi|x) comme étant :

p(ω = ωi|x) =
1

K
∑

j=1,j 6=i

1

D(ψj, x)
− (K − 2)

(2.81)

p(ω = ωi|x) doit ensuite être normalisé afin que
K
∑

i=1

p(ω = ωi|x) = 1.
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+ Méthode de Hastie : Hastie et Tibshirani [Hastie et Tibshirani, 1998] proposent
de choisir p(ω = ωi|x) de manière à minimiser la distance de Kullback-Leiber entre les
valeurs prédites par les fonctions de décision binaires D(ψωi,ωj

, x) et le résultat de l’appli-
cation du calcul de (2.77). L’objectif est de minimiser la fonctionnelle suivante :

l(p) =
∑

i6=j
ni,jD(ψωi,ωj

, x) ln
D(ψωi,ωj

, x)

p(ω = ωi|x, ω ∈ {ωi, ωj})
, (2.82)

où p est le vecteur contenant tous les p(ω = ωi|x) et ni,j est le nombre de données d’en-
traînement des classes i et j. Hastie et Tibshirani proposent un algorithme itératif pour
réaliser cette minimisation.
Wu et ses collaborateurs ont proposé une amélioration de cette méthode [Wu et al., 2004]
qui simplifie l’implémentation et l’analyse algorithmique.

- ECOC La décomposition ECOC produit une matrice Ψ de K lignes (correspondant
aux K classes) et n colonnes. Pour chaque colonne, une fonction de décision est produite.
Si on considère le vecteur de sortie des n classifieurs D(x) =

(

D(ψ1, x), · · · , D(ψn, x)
)

,
la classe la plus probable sera celle dont la ligne Ψi de la matrice Ψ est la plus proche du
vecteur D(x) au sens d’une distance :

ω(x) = arg min
ωi

dist(D(x),Ψi). (2.83)

Cette distance peut être la distance de Hamming [Dietterich et Bakiri, 1995] :

dH(D(x),Ψi) =
n
∑

s=1

(

1 − sign(D(ψs, x),Ψi(s))

2

)

(2.84)

où sign(z) vaut +1 si z > 0, −1 si z < 0 et 0 sinon. La distance peut aussi être une fonc-
tion de perte [Allwein et al., 2000] (Loss Base Decoding, LBD), ce qui permet de prendre
en compte la valeur des sorties et non leurs seuls signes.
La distance de Hamming minimum d est la distance minimum existant entre tous les mots-
code d’un dictionnaire. Pour qu’une erreur de poids t (c’est-à-dire lorsque t bits sont er-
ronés) soit corrigée, il faut que d > 2t + 1 [Dietterich et Bakiri, 1995]. Dans le cas du un
contre tous, la distance minimum de Hamming entre tous les codes est de 2. Il est donc
impossible de corriger une erreur sur la sortie d’un classifieur avec cet encodage [Allwein
et al., 2000]. La table 2.1 présente un code ECOC pour un problème à 10 classes avec
15 classifieurs pour lequel la distance de Hamming minimum d est de 7. Il est ainsi pos-
sible de corriger des erreurs dans 3 résultats de classifieurs. En pratique, il est souvent
rare d’avoir une distance de Hamming minimum élevée [Dietterich et Bakiri, 1995] et la
meilleure stratégie de codage est souvent problème-dépendante [Allwein et al., 2000].

2.4.3.2 Décodage par élimination

- Les Graphes Directs Acycliques Un autre schéma de décodage est le décodage par
élimination (aussi appelé décodage en cascade), initialement décrit par Kreßel [Kreßel,
1999] puis réintroduit par l’équipe de Platt [Platt et al., 2000] sous le nom de Graphe Di-
rect Acyclique (Direct Acyclic Graph : DAG). Le décodage par élimination correspond à
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TAB. 2.1 – Code ECOC à 15 bits et distance minimum de Hamming de 7 pour un pro-
blème à 10 classes.

Classe
Mot-Code

f0 f1 f2 f3 f4 f5 f6 f7 f8 f9 f10 f11 f12 f13 f14

0 1 1 -1 -1 -1 -1 1 -1 1 -1 -1 1 1 -1 1
1 -1 -1 1 1 1 1 -1 1 -1 1 1 -1 -1 1 -1
2 1 -1 -1 1 -1 -1 -1 1 1 1 1 -1 1 -1 1
3 -1 -1 1 1 -1 1 1 1 -1 -1 -1 -1 1 -1 1
4 1 1 1 -1 1 -1 1 1 -1 -1 1 -1 -1 -1 1
5 -1 1 -1 -1 1 1 -1 1 1 1 -1 -1 -1 -1 1
6 1 -1 1 1 1 -1 -1 -1 -1 1 -1 1 -1 -1 1
7 -1 -1 -1 1 1 1 1 -1 1 -1 1 1 -1 -1 1
8 1 1 -1 1 -1 1 1 -1 -1 1 -1 -1 -1 1 1
9 -1 1 1 1 -1 -1 -1 -1 1 -1 1 -1 -1 1 1

un arbre de décision dont tous les nœuds sont des classifieurs binaires. Pour réaliser une
classification multiclasse, un exemple est présenté à chaque nœud et suit un chemin dans
l’arbre en éliminant une classe à chaque nœud. La figure 2.14 présente un exemple de
décodage par élimination pour une décomposition un contre un d’un problème à quatre
classes. Il existe des arbres pour d’autres schémas de décomposition [Lei et Govindaraju,
2005]. Pujol et son équipe [Pujol et al., 2006] ont proposé un arbre de décision où chaque
nœud sépare les classes présentes selon un critère de discrimination maximum et dont les
codes obtenus à chaque nœud composent les colonnes d’une matrice ECOC.

1 vs 4

2 vs 4 1 vs 3

3 vs 4 2 vs 3 1 vs 2

4 3 2 1

4 1

4 2 3 1

4
3 3 2 2

1

1
2
3
4

2
3
4

1
2
3

3
4

2
3

1
2

FIG. 2.14 – Arbre de classificateurs binaires avec un schéma de décomposition un contre
un. Les chiffres verts à gauche des nœuds représentent les états possibles, alors que les
flèches bleues et les nœuds grisés présentent un chemin dans l’arbre.

Il existe cependant plusieurs inconvénients à l’utilisation des DAG. Tout d’abord, le
choix de la classe vainqueur dépend fortement de l’ordre dans lequel les classifieurs bi-



74 Chapitre 2 - État de l’art sur les outils ou méthodes d’imagerie

naires des nœuds sont rencontrés, ce qui affecte la fiabilité de l’algorithme. De plus, la
classe à prédire est plus ou moins avantagée par rapport à sa distance à la racine [Lézoray
et Cardot, 2008] (il y a un plus fort risque d’être rejeté dans les nœuds près de la racine).
Pour remédier à ces problèmes, certains auteurs ont proposé d’utiliser des DAG adaptatifs
(ADAG) [Ko et al., 2004], mais leur capacité de généralisation dépend fortement de la
structure de l’arbre.
Il faut enfin noter que beaucoup de classifieurs ne sont pas pertinents pour une classifi-
cation donnée, ce qui peut provoquer de graves erreurs. Nous verrons dans le paragraphe
suivant comment prendre en compte ce fait.

- Prise en compte des classes non présentes Une analyse plus fine de la combinaison de
classifieurs binaires révèle un problème important lié à l’erreur introduite par les valeurs
de D(ψωi,ωj

, x) lorsque l’exemple considéré n’appartient ni à la classe ωi ni à la classe ωj .
Ainsi, l’estimation de p(ω = ωi|x) qui prend en compte tous les résultats des classifieurs,
qu’ils soient pertinents ou non, peut être fausse. La figure 2.15 présente un exemple d’arbre
de décision et la matrice des D(ψωi,ωj

, x) s’y rapportant. Dans le cas où un élément de
classe ω = 3 est présenté, l’utilisation comme racine du classifieur 1 vs 2 (non pertinent
car il n’a pas été entraîné avec des données de classe 3) donnera lieu à un résultat faux dans
la majorité des cas. Le problème réside dans le fait que la classe de l’exemple n’est pas
connue a priori (puisque c’est justement le but de la classification...) et que les classifieurs
significatifs ne peuvent pas être pré-sélectionnés. Ainsi, dans le cas du un contre un, (K−
2)(K − 1)/2 classifieurs sont non pertinents pour juger une classe ωi. Plus le problème
aura de classes, plus le bruit induit par l’ensemble des classifieurs non pertinents rendra le
décodage difficile.

1 vs 2

1 vs 3 3 vs 2

31 2

1 2

1 3 3 2

1
2
3

1
3

2
3





- 0.6 0.51
0.4 - 0.1

0.49 0.9 -





FIG. 2.15 – Exemple de décodage non pertinent : Le classifieur 1 vs 3 est faible et le
classifieur 3 vs 2 est fort. Un exemple de classe 3 arrivant sur 1 vs 2 (classifieur non
pertinent) sera orienté vers 1, puis sera à nouveau orienté vers 1 par 1 vs 3, et sera donc
mal classé. Il n’aura pas été pris en compte le fait que 3 vs 2 est un classifieur fort.

Pour éviter de telles erreurs, plusieurs schémas de décodage ont été introduits. Ainsi,
Moreira et Mayoraz proposent que pour chaque classifieur binaire séparant les classes i
et j (i 6= j), un classifieur supplémentaire soit entraîné à différencier les classes i et j
des autres classes [Moreira et Mayoraz, 1998]. Ce classifieur donne une estimation de la
probabilité que x appartienne à i ou à j : D(ψ

(2)
i,j , x) ≈ p(ω ∈ {ωi, ωj}|x). Il y a au final

K(K + 1)/2 classifieurs à entraîner. Ce schéma est appelé PWC-CC (PairWise Coupling
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Correcting Classifiers). La figure 2.16 présente les matrices de décomposition correspon-
dant à un problème à quatre classes. Cette approche a tout de même le défaut d’avoir à
entraîner, comme dans le cas des classifieurs un contre tous, chaque classifieur avec l’en-
semble des données.









+1 +1 +1 0 0 0
−1 0 0 +1 +1 0

0 −1 0 −1 0 +1
0 0 −1 0 −1 −1

















+1 +1 +1 −1 −1 −1
+1 −1 −1 +1 +1 −1
−1 +1 −1 +1 −1 +1
−1 −1 +1 −1 +1 +1









FIG. 2.16 – Les matrices de décomposition du schéma PWC-CC. À gauche : décomposi-
tion classique en un contre un. À droite : la matrice des classifieurs correctifs.

La probabilité a posteriori de la classe ωi est donnée par :

p(ω = ωi|x) =
1

N

K
∑

j=1
j 6=i

D(ψ(1)
ωi,ωj

, x) ·D(ψ(2)
ωi,ωj

, x), (2.85)

où N = K(K − 1)/2, D(ψ
(1)
ωi,ωj , x) est la sortie du classifieur un contre un et D(ψ

(2)
ωi,ωj , x)

la sortie du classifieur supplémentaire.

Lorsque l’on utilise un décodage direct, la classe sélectionnée est celle qui possède la
probabilité la plus importante (h = arg max). Dans le cas du décodage par élimination,
la classe à éliminer est celle qui est la moins crédible, c’est-à-dire celle dont la probabilité
est la plus faible (h = arg min). En partant de ce constat, Lézoray et Cardot [Lézoray et
Cardot, 2008] ont proposé un autre schéma de décodage par élimination qu’ils appliquent
au schéma un contre un. À la première itération, ils éliminent la classe possédant la plus
petite probabilité, déterminée par une des méthodes de combinaison vues précédemment
(Vote majoritaire, Hastie, Price, ECOC...) à partir des sorties des K(K − 1)/2 classi-
fieurs des classes présentes. À l’étape suivante, les K− 1 classifieurs de la classe éliminée
précédemment sont retirés. La classe de probabilité la plus petite, calculée à partir des
(K− 1)(K− 2)/2 classifieurs restants, est éliminée, et les K− 2 classifieurs l’impliquant
sont retirés. La méthode est répétée jusqu’à ce qu’il ne reste plus qu’une seule classe. La
figure 2.17 illustre ce décodage.
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1 vs 2 1 vs 3 1 vs 4 2 vs 3 2 vs 4 3 vs 4

µ(C1|x) µ(C2|x) µ(C3|x) µ(C4|x)

Classes
présentes

1
2
3
4

Élimination de la classe 2

1 vs 3 1 vs 4 3 vs 4

µ(C1|x) µ(C3|x) µ(C4|x)

1
3
4

Élimination de la classe 4

1 vs 3

µ(C1|x) µ(C3|x)

1
3

Élimination de la classe 1

La classe choisie est la classe 3

FIG. 2.17 – Décodage en cascade par élimination de la classe la moins probable à chaque
itération.
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Dans ce chapitre, nous avons passé en revue les différentes manières de représenter
une image. Nous nous sommes intéressés à sa représentation couleur, et nous avons vu
qu’il existait de nombreux espaces couleur. Il n’est pas simple de déterminer quel espace
(ou quelle composante) couleur sera le mieux adapté(e) pour représenter nos données. Il
faudra donc les expérimenter.
Concernant la méthode de segmentation de texture, nous avons choisi d’utiliser une mé-
thode de segmentation par modèle HMT sur des coefficients issus de la transformée en
ondelettes qui allie une analyse de texture à une analyse multirésolution, car l’étude des
objets du domaine nous a montré que les informations utiles à la segmentation étaient pré-
sentes à différentes échelles (densité de répartition, forme des noyaux des cellules, etc.).
Cette méthode peut être assimilée à un classifieur multiclasse.
Nous avons enfin vu qu’il existait plusieurs manières d’exploiter un classifieur multi-
classe : soit directement, soit en décomposant l’analyse des K classes en un ensemble
d’analyses de 2 classes seulement dont il faut ensuite combiner les résultats. Nous teste-
rons les différentes stratégies.
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Ce chapitre décrit la solution retenue pour réaliser une segmentation multiclasse des
structures rencontrées sur des lames virtuelles. Nous allons commencer par détailler les
caractéristiques techniques des images acquises ainsi que les « objets du domaine » ob-
tenus dans ces conditions d’acquisition, puis nous présenterons les premières études qui
ont conduit à la stratégie proposée. Nous exposerons ensuite l’architecture du système im-
plémentant cette stratégie. Pour des raisons de simplicité, nous avons donné un nom au
système proposé : SEGRIT pour SEgmentation de GRandes Images basée Texture.
Nous poursuivrons en décrivant les méthodes employées pour faire face aux problèmes
posés par l’exploitation des lames virtuelles.
Nous terminerons ce chapitre en présentant la méthodologie d’évaluation des résultats de
la segmentation.

3.1 Contexte de travail imposé

Nous souhaitons segmenter les différents types de compartiments stromaux présents
sur une lame virtuelle de carcinome ovarien. Cette tâche va être dépendante de nombreux

79
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paramètres « physiques » : conditions d’acquisition, protocole de coloration des lames,
etc. Nous allons rapidement les passer en revue avant de voir leur influence sur les images
produites et sur les structures d’intérêt. Nous présenterons ensuite les premiers essais de
segmentation que nous avons menés et les connaissances que nous en avons extraites.

3.1.1 Caractéristiques des images utilisées

Types de cas : Le travail porte sur l’analyse des compartiments stromaux dans des lames
virtuelles de carcinome ovarien.

Type de coloration : Le but étant, à terme, de tenter d’établir une corrélation entre la
nature des compartiments stromaux et la prolifération tumorale, les lames histologiques
ont été traitées avec un anticorps dirigé contre la cyclineA, une protéine présente chez les
cellules en prolifération. Les sites de la réaction antigène-anticorps ont été révélés par la
Diamino Benzidine (DAB) et les noyaux non proliférants ont été contre-colorés à l’héma-
toxyline de Mayer. Avec ce protocole, les cellules non proliférantes apparaissent en bleu
et les cellules en prolifération apparaissent en brun. L’essentiel des cellules proliférantes
étant localisé dans le compartiment épithélial carcinomateux, les noyaux stromaux sont
colorés en bleu. La matrice extracellulaire et les fibres ne sont pas colorées au même titre
que les cytoplasmes cellulaires.

Type de scanner : Les images ont été acquises à l’aide du scanner ScanScope CSr

d’Aperio Technologies équipé d’un objectif 20X. Chaque image a été sauvegardée sous
forme d’un fichier TIFF tuilé. Chaque tuile a une taille de 240x240 pixels. Une compres-
sion JPEG a été appliquée aux tuiles avec un facteur de qualité de compression de 30%
(soit un ratio d’environ 1:15).

Résolution des images : Les images ainsi acquises ont une résolution de 54000 points
par pouce, soit environ 0,5µm par pixel.

Post-traitement : Une correction de fond est systématiquement effectuée lors de l’ac-
quisition.

3.1.2 Compartiments en présence

Nous avons vu que le tissu cancéreux ovarien comporte deux composantes : les cellules
épithéliales carcinomateuses et le stroma. Le stroma est un tissu conjonctivo-vasculaire
non tumoral qui est présent dans tous les types de cancers invasifs d’origine épithéliale.
Son développement est induit par les cellules cancéreuses et il leur sert de tissu nourricier
et de soutien.
On observe plusieurs types de stroma au sein des tumeurs correspondant à différents de-
grés de maturation : le stroma lâche, le stroma cellulaire et le stroma fibreux. On trouve
également du stroma inflammatoire, pouvant être mêlé aux autres compartiments stro-
maux.
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Pour chaque compartiment, nous présenterons deux images à des résolutions différentes.
De cette manière, nous souhaitons reproduire l’approche du pathologiste qui commence
par examiner une lame à faible résolution avant d’approfondir son observation à forte ré-
solution sur certaines zones.

3.1.2.1 Stroma lâche

Le stroma lâche est un stroma immature. Il est composé de matrice extracellulaire,
pauvre en fibres, et de cellules mésenchymateuse étoilées. La densité de répartition de ces
cellules est faible. Les noyaux sont de petite taille (cf. figure 3.1). On peut y rencontrer de
grandes lacunes vasculaires lymphatiques ou des capillaires sanguins dilatés.

a) b)

FIG. 3.1 – Le stroma lâche : a) grossissement 4X, b) grossissement 20X.

3.1.2.2 Stroma cellulaire

Le stroma cellulaire est un tissu conjonctif jeune. Il est constitué de cellules myofibro-
blastiques en trousseaux avec une forte densité de répartition. Les noyaux sont allongés et
oblongs, souvent euchromatiques et nucléolés (cf. figure 3.2).

3.1.2.3 Stroma fibreux

Le stroma fibreux est un stroma mature avec une densité de répartition des cellules
un peu plus faible que celle du stroma cellulaire et un grand nombre de fibres extracellu-
laires faites de collagène. Les noyaux sont fins et très allongés. Leur densité optique est
importante, elle correspond à une phase de condensation de la chromatine (cf. figure 3.3).

3.1.2.4 Stroma inflammatoire

Le stroma inflammatoire est caractérisé par de petits noyaux de forme circulaire de
forte densité optique (lymphocytes) (cf. figure 3.4). Il peut également renfermer des plas-
mocytes (noyaux ronds de plus grande taille, nucléolés et dont la chromatine condensée
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a) b)

FIG. 3.2 – Le stroma cellulaire : a) grossissement 4X, b) grossissement 20X.

a) b)

FIG. 3.3 – Le stroma fibreux : a) grossissement 4X, b) grossissement 20X.
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est répartie en « roue de charrette »), des cellules polynucléaires (noyau en trèfle) et des
globules rouges extravasés.

a) b)

FIG. 3.4 – Le stroma inflammatoire : a) grossissement 4X, b) grossissement 20X.

3.1.2.5 Autres compartiments

Outre l’épithélium, la lame peut comporter des nappes de globules rouges extravasés,
des zones de nécrose tumorale, du mucus, des zones graisseuses et des zones optiquement
vides (zones de fond ou lumières des vaisseaux sanguins ou lymphatiques) (cf. figure 3.5).

3.1.2.6 Défauts d’acquisition ou de préparation

La lame suit un protocole précis de coloration. Lors des différentes étapes de ce pro-
tocole, elle peut subir des détériorations ou être sujette à des défauts de coloration. Parmi
les artefacts les plus courants, on note les bulles, emprisonnées par la résine de montage,
les taches de colorants, les défauts de rinçage, les déchirures et repliements de tissu. De
même, lors de l’acquisition d’image, différents défauts peuvent être notés : problème de
mise au point, poussière sur l’objectif ou sur la lame, etc. (cf. figure 3.6). Ces défauts vont
généralement rendre difficile l’analyse automatique d’images sur les zones concernées.

3.1.2.7 Variabilité des échantillons

Les images exemples de chacun des compartiments stromaux présentées ci-dessus sont
des cas « idéaux » que l’on ne rencontre pas obligatoirement fréquemment. En effet, en pra-
tique, les différents compartiments stromaux peuvent être imbriqués (des cellules inflam-
matoires sont par exemple souvent présentes dans les autres compartiments). Des fantômes
de cellules ou de la nécrose viennent régulièrement perturber le stroma inflammatoire. Se-
lon l’incidence de coupe, les cellules oblongues du stroma cellulaire peuvent apparaître
petites et rondes. De petits vaisseaux sanguins (parfois remplis de globules rouges) tra-
versent souvent les compartiments. Le « fond » du stroma lâche est souvent rempli de
fines fibres de collagène, etc. Ces variations compliquent l’analyse automatique.
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a) b) c)

d) e) f)

FIG. 3.5 – Les autres compartiments présents sur une lame (au grossissement 20X) : a)
épithélium, b) mucus, c) globules rouges, d) nécrose, e) fond, f) graisse.

a) b) c) d)

e) f) g)

FIG. 3.6 – Quelques exemples de défauts qui peuvent se retrouver sur une lame : a) bulle
d’air b) tache de colorant, c) problème de rinçage, d) irisation (due à une absence de
baume de montage), e) déchirure puis repliement du tissu, f) problème de mise au point,
g) poussière sur la lame.



3.1. Contexte de travail imposé 85

3.1.3 Premières approches

3.1.3.1 Forme des noyaux

Les différents types de stroma étant, du fait de la coloration choisie, principalement
caractérisés par la morphologie des noyaux de leurs cellules et par leur densité de réparti-
tion au sein d’une zone, une première approche a consisté à segmenter les noyaux présents
sur les images et à tenter de les caractériser1. Une forte concentration de noyaux de petite
taille à forte compacité caractérise un stroma inflammatoire. Un noyau fortement allongé
appartient à un stroma fibreux. Un noyau de grande taille, avec une très forte densité de
noyaux voisins, fait partie de l’épithélium. Un noyau de taille intermédiaire avec une den-
sité de noyaux voisins très faible a toutes les chances d’appartenir à du stroma lâche. Le
reste est du stroma cellulaire (cf. figure 3.7).

Le noyau a-t-il une
élongation supérieure à ǫ ?

Oui Non

Stroma
Fibreux

La zone autour du noyau
a-t-elle une densité de

répartition inférieure à ρb ?

Oui Non

Stroma
Lâche

La zone autour du noyau
a-t-elle une densité de

répartition supérieure à ρh ?

Oui Non

Épithélium
Les noyaux ont-t-ils une

surface inférieure à s et une
compacité supérieure à o ?

Oui Non

Stroma
Inflammatoire

Stroma
Cellulaire

FIG. 3.7 – Arbre de décision permettant de classer les différents compartiments en fonction
des caractéristiques morphologiques de leurs noyaux.

La méthode de segmentation des noyaux donnant, expérimentalement, les meilleurs
résultats est réalisée par un multiseuillage par entropie sur la composante Excess bleue
des images (cf. formule B.24 page 163).
Malheureusement, cette approche n’a pas pu être retenue car l’individualisation de chaque

1Cette approche ne prend pas en compte le fait que les noyaux sont coupés et que, selon l’incidence
de coupe, leur diamètre apparent peut varier. Il serait plus judicieux d’utiliser la taille moyenne des profils
nucléaires, dans un voisinage donné, plutôt que la taille individuelle.
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FIG. 3.8 – Difficulté à séparer les noyaux des cellules : a) dans la tumeur, deux noyaux
sont superposés. b) Après la coupe (selon les lignes rouges), lorsque la section de 5 µm est
observée au microscope par transparence, les noyaux donnent l’impression de se toucher.

noyau par segmentation est difficile à l’échelle d’acquisition choisie. En effet, dans la
tumeur, certains noyaux peuvent être partiellement superposés (cf. figure 3.8). Ces noyaux,
après la coupe, sont observés, par transparence, au microscope. Leur frontière est alors
trop ténue pour pouvoir être distinguée, les noyaux vont sembler être accolés et former un
amas. Les différentes techniques de cassure d’amas utilisées (ligne de partage des eaux,
etc.) n’ont pas réussi à individualiser tous les noyaux. Or si les noyaux sont sous forme
d’amas, l’arbre de décision présenté figure 3.7 ne peut être valablement appliqué.

3.1.3.2 Couleur des noyaux

Une étude rapide nous montre qu’il est également difficile de s’appuyer sur la couleur
des structures présentes pour segmenter les différents stromas. En effet, les noyaux sont
colorés de manière identique2 par l’hématoxyline de Mayer. Les histogrammes présentés
figure 3.9 montrent qu’il serait possible de distinguer aisément l’épithélium des autres
compartiments, mais qu’il serait difficile de séparer le stroma lâche du stroma fibreux (dont
–respectivement–la matrice extracellulaire et les fibres de collagène présentent les mêmes
couleurs car elles ne sont pas colorées) et le stroma cellulaire du stroma inflammatoire.

3.1.4 Connaissances a priori et restriction du sujet d’étude

Nous avons décrit précisément les « objets du domaine ». Nous avons vu que la carac-
térisation des différents types de stroma pouvait se baser essentiellement sur la morpholo-
gie des noyaux des cellules les composant et sur la densité de répartition de ces noyaux.
Nous avons également vu que l’exploitation des seules caractéristiques de morphologie
nucléaire n’était pas suffisante pour réaliser une segmentation correcte des différents com-
partiments stromaux. C’est pourquoi nous avons développé une autre stratégie que nous
allons décrire dans la prochaine section.

Au vu des images que nous avons étudiées, nous avons souhaité re-préciser le sujet
d’étude. Nous souhaitons segmenter les différents types de compartiments stromaux pré-
sents sur des lames virtuelles acquises à forte résolution. Nous allons considérer que nous

2À l’exception bien sûr des noyaux en prolifération du stroma.
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a)

b)

c)

d)

e)

FIG. 3.9 – Histogramme couleur des différents types de compartiments présents sur une
lame : a) histogramme d’une zone de stroma lâche b) histogramme d’une zone de stroma
cellulaire c) histogramme d’une zone de stroma inflammatoire d) histogramme d’une zone
de stroma fibreux e) histogramme d’une zone d’épithélium.
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utilisons des images « parfaites ». C’est-à-dire que nous n’allons pas prendre en compte
les défauts de préparation des lames ou les défauts d’acquisition. D’autre part, nous allons
considérer que nous avons des cas « idéaux » où seuls le fond, l’épithélium et les com-
partiments stromaux sont présents. Nous ne traiterons pas les autres structures (mucus,
globules rouges, etc.)3.

Afin de simplifier le problème, nous n’allons pas, dans un premier temps, chercher à
identifier précisément le stroma fibreux. En effet, en l’absence de coloration spécifique
des fibres de collagène, celui-ci peut être difficile à reconnaître avec certitude, notam-
ment lorsque le plan de coupe de la lame n’est pas parallèle à la direction de plus grande
longueur des noyaux. Le stroma fibreux sera donc, pour cette étude, assimilé au stroma
cellulaire.
L’étude consistera donc à séparer le fond du tissu, puis, à l’intérieur du tissu, à faire la
différence entre l’épithélium et les compartiments stromaux, et enfin, parmi les compar-
timents stromaux, à réaliser la partition entre le stroma lâche, le stroma cellulaire et le
stroma inflammatoire.

3.2 Traitement des lames virtuelles

Il convient de rappeler que le principal problème rencontré pour traiter les lames vir-
tuelles est leur très grande définition et, de ce fait, leur très grande taille en mémoire après
décompression : de 5 à 10 gigaoctets, selon la taille du tissu scanné, à une résolution de
0,5µm par pixel. Cette taille mémoire empêche de traiter l’image en une seule fois. Nous
avons vu au chapitre 1 que découper la lame virtuelle en un ensemble d’imagettes posait
de nombreux problèmes aux bords des imagettes. C’est pourtant ce que nous allons faire
pour traiter nos grandes images mais en nous entourant de quelques précautions destinées
à limiter les biais.

3.2.1 Intégration dans un processus multirésolution

Si la taille en mémoire est trop importante pour traiter l’image entière, une première
solution pour réduire le volume de données consiste à analyser une version suffisamment
décimée de l’image afin qu’elle puisse être traitée en une seule fois. Plusieurs méthodes
existent pour réaliser cette décimation : sous-échantillonnage simple, interpolation bicu-
bique, etc. Nous avons choisi d’utiliser plutôt l’image d’approximation de la transfor-
mée en ondelettes avec une base de Daubechies d’ordre 2, car cette méthode nous a paru
mieux préserver les structures et les couleurs des images. La transformation en ondelettes
est appliquée sur l’image originale découpée en blocs. Nous utilisons une base d’onde-
lettes recalée en phase (cf. 2.1.3.4) et une transformée avec repliement des bords du signal
(cf. 2.1.3.5). Nous avons vérifié que cette méthode n’introduisait pas d’artefact aux bords
des blocs [Plancoulaine et Herlin, 2009].

Après cette décimation, certains compartiments, comme le fond, peuvent être bien
segmentés à basse résolution. Cependant, ce n’est pas le cas pour tous les compartiments

3Ces structures caractéristiques pourraient faire l’objet d’un traitement secondaire.
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stromaux d’intérêt, et une méthode doit être trouvée pour segmenter ces compartiments
sur les lames virtuelles à pleine résolution.

3.2.2 Taille des blocs et recouvrement

Afin de pouvoir traiter la lame virtuelle par blocs en évitant au maximum les effets de
bord, il convient de prendre quelques précautions. La première est de découper l’image en
blocs de taille suffisamment importante pour limiter l’importance des effets de bords. Il
faut faire un compromis entre la capacité de la mémoire occupée pour le traitement d’un
bloc et la quantité d’effets de bords. Une taille de 4M pixels nous a semblé être un bon
compromis. D’autres considérations sont cependant intervenues dans ce choix : nous al-
lons utiliser une méthode de segmentation basée sur les ondelettes, il est donc plus efficace
d’utiliser une image carrée dont la taille est une puissance de 2. Nous utiliserons donc des
blocs de taille 2048x2048. Nous verrons dans la suite du manuscrit que cette taille permet
également de réaliser une analyse sur 4 niveaux complets de décimation, avec une base
d’ondelettes d’ordre 10 recalée en phase, sans introduire d’artefact.

La deuxième précaution que nous avons prise est d’utiliser des blocs qui se che-
vauchent. En effet, la méthode de segmentation par modèle HMT que nous souhaitons
employer se sert du voisinage d’un pixel pour aider à la détermination de sa classe. Or
un pixel situé en bord de bloc aura une partie de l’information nécessaire à sa bonne seg-
mentation qui sera manquante. Un recouvrement entre les blocs est utilisé pour éviter ce
problème. Nous avons choisi de prendre un recouvrement de 24 pixels de chaque coté des
blocs. Ceci permet qu’un pixel ne faisant pas partie de la bande de recouvrement ait au
moins huit voisins, quel que soit le niveau de décimation utilisé. La taille utile d’un bloc
est donc de 2000*2000 pixels.

3.3 Architecture du système

À présent que les objets du domaine sont identifiés, nous allons présenter la méthode
que nous avons retenue pour effectuer une segmentation multiclasse. Nous allons considé-
rer que chaque compartiment présent sur la lame présente une texture différente que nous
allons chercher à caractériser. Nous allons donc réaliser une segmentation basée texture.
Celle-ci va s’appuyer sur un apprentissage des caractéristiques de chaque classe. Cette
segmentation sera également multirésolution, afin de tirer pleinement parti de l’informa-
tion contenue dans les structures histologiques, mais également afin de réduire la quantité
de données à analyser.

3.3.1 Stratégie globale du système

La méthode comporte plusieurs étapes : une première étape de simplification de l’image
dans laquelle certaines zones (comme le fond) sont écartées à basse résolution, une se-
conde étape de calcul des cartes de probabilité d’appartenance aux classes, basée sur un
modèle d’Arbre de Markov Caché, et enfin une étape de fusion/décision dans laquelle
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les résultats de segmentation à basse résolution peuvent être à nouveau intégrés (cf. fi-
gure 3.10). Dans ce chapitre, nous allons présenter en détail ces différentes étapes.

Image à analyser (K classes)

Détection et masquage

du fond

Segmentation de certains compar-

timents (épithélium, stroma lâche)

Segmentations à Basse Résolution

Segmentations multiclasses

et multirésolutions par

modèle d’arbre de Markov caché

Fusion

Image segmentée

FIG. 3.10 – Schéma global de la méthode multirésolution pour segmenter une image.

3.3.2 Segmentations à basse résolution de l’image

La première étape de notre méthode consiste à écarter de l’analyse des zones facile-
ment reconnaissables à basse, voire à très basse résolution. Ceci permet de diminuer la
quantité de données à analyser à plus forte résolution et ainsi d’économiser du temps de
calcul. Cette première étape peut également servir à éliminer des objets ou des compar-
timents détectables à basse résolution, mais qui vont perturber l’analyse à forte résolu-
tion. Ces segmentations peuvent également servir d’images de probabilités a priori lors
du calcul des cartes de probabilité d’appartenance aux classes. Si la confiance dans ces
segmentations est importante, elles peuvent être directement utilisées lors de l’étape de fu-
sion/décision. Les simplifications envisagées dans un premier temps sont la segmentation
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des larges zones de fond et d’épithélium.

3.3.2.1 Segmentation du fond

Le fond des images est homogène et très contrasté par rapport au tissu. Il peut donc
être segmenté par une analyse de l’histogramme. L’étude de l’histogramme des lames
virtuelles montre que celui-ci est indépendant du niveau de résolution. La figure 3.11 pré-
sente l’histogramme couleur d’une lame virtuelle ainsi que les histogrammes de la même
image décimée plusieurs fois. La décimation est réalisée par extraction de la sous-bande
d’approximation (HH) de la transformée en ondelettes de l’image réalisée avec une base
de Daubechies 2. On constate que visuellement, les histogrammes sont semblables. Ceci
est confirmé par la table 3.1. Celle-ci présente trois mesures classiquement utilisées pour
évaluer la distance entre histogrammes : la distance euclidienne entre les segments, la
distance de Dorlet [Neuilly, 1993] et la distance euclidienne appliquée à l’histogramme
cumulé. Les distances sont normalisées par la taille de l’image. On peut également dis-
cerner sur ces histogrammes trois modes correspondant au fond, aux tissus foncés (princi-
palement l’épithélium et le stroma inflammatoire) et aux tissus clairs (principalement les
autres compartiments stromaux) (cf. figure 3.12).

TAB. 3.1 – Distances entre l’histogramme de l’image à pleine résolution et les histo-
grammes de versions décimées de l’image Cyla06 (les histogrammes sont normalisés par
le nombre de pixels de l’image).

❳
❳

❳
❳

❳
❳

❳
❳

❳
❳

❳❳
Décimations

Distance Distance
Euclidienne

Distance
de Dorlet

Distance Euclidienne sur
l’histogramme cumulé

1 0.041588 0.043491 172.806532
2 0.038442 0.073931 173.047189
3 0.033143 0.135799 173.338166
4 0.023591 0.273637 173.741019
5 0.016625 0.603424 174.115402
6 0.015525 1.026974 174.229283
7 0.016298 1.231248 173.976674

Nous avons choisi de séparer le tissu et le fond à très basse résolution : l’image est
décimée 6 fois (par une approche basée sur une transformée en ondelettes), et un pixel
représente 32µm x 32µm. Il a été trouvé expérimentalement que cette résolution est un
bon compromis entre le volume de données à analyser et la qualité de la segmentation
produite.
La méthode utilisée est la suivante : nous allons considérer que l’histogramme est un
mélange de trois gaussiennes (une pour le fond, une pour le tissu clair et une pour le tissu
foncé) dont il faut estimer les paramètres µc, σc et Pc (moyenne, écart type et probabilité
d’apparition pour chaque classe c). Une fois ces paramètres estimés, la vraisemblance pour
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a)

b)

c)

d)

FIG. 3.11 – L’histogramme couleur de l’image Cyla06 à différentes résolutions : a) pleine
résolution, b) décimée 1 fois, c) décimée 6 fois, d) décimée 7 fois.
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FIG. 3.12 – Histogramme de la composante rouge de l’image Cyla06 décimée 6 fois.

chaque pixel i de valeur xi d’appartenir à l’une des gaussiennes est calculée. L’image est
ensuite segmentée par maximum de vraisemblance (cf. figure 3.13) :

ĉML
i := arg max

ci∈{1,...,Nc}

[

Pc
1

√

2πσ2
c

exp−(xi − µc)
2

2σ2
c

]

. (3.1)

Les paramètres des gaussiennes sont estimés de la manière suivante : la moyenne et la
valeur maximale des gaussiennes sont déterminées en recherchant les trois plus grands
maxima locaux4 de l’histogramme5. En recherchant l’intervalle compris entre la valeur à
mi-hauteur à gauche (xmiHg

) et à droite (xmiHd
) du pic (largeur à mi-hauteur), il est simple

de calculer la valeur de l’écart type de chaque gaussienne :

σ =
|xmiHg

− xmiHd
|

2
√

(2 ln 2)
.

Cette segmentation par maximum de vraisemblance est appliquée sur la composante rouge
dans la majorité des cas, puis sur la composante verte lorsque la première segmentation
n’a pas été concluante (c’est-à-dire lorsque la surface de tissu détectée est inférieure à un
seuil, fixé empiriquement à 10% de la surface de l’image).
Cette segmentation est suivie de quelques opérations de morphologie mathématique (éro-
sion géodésique notamment) afin d’écarter les pixels isolés.

3.3.2.2 Segmentation de l’épithélium

La méthode de segmentation de l’épithélium que nous introduisons ici est inspirée
des traitements à basse résolution décrits dans [Elie et al., 2003]. Développée initialement
pour des images générées par un scanner photographique de 4000dpi, elle a été adaptée,
au GRECAN, au traitement des lames virtuelles microscopiques de cancer de l’ovaire.
La méthode est appliquée sur une image décimée 3 fois (par une approche basée sur une
transformée en ondelettes). Un pixel représente alors 4µm x 4µm.

4Pour limiter l’influence d’un artefact dont la présence pourrait modifier l’histogramme, celui-ci est
préalablement filtré.

5Dans les cas où le mode du tissu clair ou le mode du tissu foncé est inexistant, la méthode doit être
adaptée avec pour hypothèse de base un mélange de deux gaussiennes.
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Composante couleur (rouge ou verte) de l’image

Calcul et filtrage de l’histogramme

Recherche des 3 plus grands maxima

locaux correspondant au fond et

aux zones claires et foncées du tissu

Pour chaque mode, calcul des

paramètres (µ, σ, P )

de la gaussienne l’approximant

Pour chaque pixel de l’image, calcul

de la vraisemblance d’appartenir à

l’une des gaussiennes

Segmentation par maximum

de vraisemblance

Image de fond segmentée

FIG. 3.13 – Schéma de la méthode de détection des grandes zones de fond sur une image.
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L’épithélium est séparé des zones de stroma par un seuillage adaptatif6 des zones foncées,
recherché entre les bornes 0 et 50% de la distribution des valeurs de gris, à l’intérieur
des zones de tissu (préalablement détectées), sur la composante rouge de l’image, après
application d’un filtrage moyenneur et d’une augmentation de contraste des zones foncées.

3.3.3 Calcul des cartes de probabilité d’appartenance aux classes

Les segmentations à basse résolution ont permis de limiter l’analyse à certaines zones
de la lame virtuelle. Il faut maintenant, à l’intérieur de ces zones, déterminer la proba-
bilité d’appartenance de chaque pixel à l’une des classes. Le calcul des ces « cartes de
probabilité d’appartenance aux classes » est réalisé par une méthode basée sur un modèle
d’Arbre de Markov Caché. Nous allons décrire cette méthode dans le paragraphe suivant.
Nous verrons ensuite que cette méthode comporte des hyperparamètres qui doivent être
déterminés. Nous terminerons cette section par quelques détails d’implémentation.

3.3.3.1 Segmentation HMT

La figure 3.14 présente le résultat de segmentation de la méthode HMT appliquée à
2 images synthétiques créées à partir d’images tirées de l’album de textures publié par
Brodatz [Brodatz, 1966]. La première image est constituée des textures D68 et D49 (cf.
figure 3.14-a). D68 est une photographie des nervures d’un morceau de bois. Ces nervures
sont verticales. D49 est une photographie d’un store en paille dont les « lames » sont hori-
zontales. La figure 3.14-b présente le résultat de segmentation après la fusion interéchelle
des segmentations brutes sur 5 niveaux de décimation. Sur cette image simple, le résultat
de segmentation est bon. La deuxième image est plus complexe car elle mêle ici 4 textures
(D16, D94, D24 et D68). De plus, ces textures sont très différentes (cf. figure 3.14-c). D16
est une image de tissu sergé à effet de chevron (« Herringbone weave ») qui semble être
constituée de lignes diagonales régulièrement inversées, D94 est une photographie d’un
mur de briques aux formes rectangulaires mais de couleur et de texture différentes, D24
est une image de cuir pressé dont les motifs, clairs sur fond sombre, semblent avoir une
direction verticale et D68 est, rappelons le, une photographie des nervures verticales d’un
morceau de bois. Sur l’image de segmentation après la fusion interéchelle (figure 3.14-
d), on peut observer que certains compartiments sont assez bien détectés à l’échelle 1 :
D16 (rouge), D94 (bleu) et D68 (jaune). Par contre, D24 (vert) est très mal détecté. En re-
vanche, si on regarde à l’échelle 2, D16, D94 et D68 sont parfaitement détectés et D24 est
bien détecté. À l’échelle 3, D24 et D68 sont parfaitement détectés, alors que D16 et D94
le sont moins bien qu’aux échelles précédentes. Aux échelles supérieures, la détection est
plus mauvaise.
Nous pouvons ainsi voir que certaines textures sont mieux détectées à une résolution plus
faible. Nous allons exploiter ce résultat pour améliorer la qualité de la segmentation. Nous
allons apprendre pour chaque texture quelle est la résolution optimale pour sa segmenta-

6Cet opérateur est issu de la boîte à outils de traitement d’image du logiciel Aphelionr édité par la société
Adcis (www.adcis.net). Il permet de segmenter une image par une analyse de son histogramme : il extrait les
pixels contenus dans le plus grand pic de l’histogramme à l’intérieur des bornes spécifiées par l’utilisateur.
Les bornes 0 à 50% permettront ainsi de sélectionner le pic dans les zones foncées de l’histogramme alors
que les bornes 50 à 100% cibleront les zones claires.
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tion7.

a) b)

c) d)

FIG. 3.14 – Résultats de la segmentation multiéchelle avec la méthode HMT sur des
images synthétiques de textures de Brodatz. a) et c) images originales, b) et d) résultats de
la segmentation par la méthode HMT.

Nous venons de voir que la méthode HMT pouvait être améliorée en réglant pour
chaque texture un hyperparamètre d’échelle d’analyse. Nous verrons au paragraphe sui-
vant que la méthode HMT admet d’autres hyperparamètres qui permettent d’améliorer le
résultat de segmentation.

3.3.3.2 Hyperparamètres de la méthode

La méthode de segmentation HMT est elle-même paramétrée. Ces hyperparamètres
sont :

– la composante couleur sur laquelle est appliquée la transformée en ondelettes,

7Il est cependant à noter que cette approche ne permettra pas de donner une localisation précise des
frontières entre régions. Cette localisation sera d’autant plus imprécise que l’échelle d’analyse sera élevée.
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– la base d’ondelettes utilisée (et éventuellement son ordre),
– le nombre de niveaux de décimation intégrés dans l’analyse.

Ces hyperparamètres doivent être maîtrisés car ils influent grandement sur les résultats de
la segmentation (cf. figure 3.15).

FIG. 3.15 – Résultats de la segmentation d’une même image par la méthode HMT avec 3
jeux d’hyperparamètres différents.

Chaque jeu d’hyperparamètres permet de réaliser une phase d’apprentissage différente
et d’obtenir les paramètres d’un classifieur. Le meilleur des classifieurs peut alors être
sélectionné.

3.3.3.3 Implémentation HMT

Déphasage des bases d’ondelettes : La solution basée sur le calcul est très coûteuse.
En effet, elle nécessite à chaque niveau de décimation, de calculer le déphasage induit et
d’appliquer un algorithme pour déterminer la position des fils par rapport au père. Ces
opérations doivent en outre être répétées à chaque nouvelle image. C’est pourquoi nous
avons préféré directement corriger les ondelettes utilisées. Cette opération a été faite une
fois pour toutes et n’est plus à refaire lors du traitement d’une nouvelle image. De plus, la
relation entre l’indice d’un père et celui de son fils reste simple (un facteur 2) et peut ainsi,
au niveau implémentation, être réalisé par un simple décalage de bits.
Nous avons vu que certaines bases d’ondelettes introduisaient un déphasage lors de la
décimation (cf. 2.1.3.4). Ce déphasage doit être absolument corrigé ou intégré au calcul,
afin de conserver les relations entre un pixel père à une résolution donnée et ses quatre
pixels fils à la résolution supérieure.
Pour « corriger » les ondelettes, leur phase a été mesurée dans l’espace de Fourier, et un
décalage, selon le déphasage, a été appliqué dans l’espace temporel.

Transformée en ondelettes (repliement) : Nous avons vu au paragraphe 2.1.3.5 que
pour réaliser la transformée en ondelettes de signaux finis (comme les images), trois mé-
thodes peuvent être utilisées : rendre le signal périodique, replier les bords du signal ou
utiliser des ondelettes de bord. Nous avons choisi d’utiliser le repliement du signal, car
cette méthode ne produit pas les grands coefficients d’ondelettes aux bords de l’image,
caractéristiques de la périodisation du signal, et elle est plus simple à implémenter que les
ondelettes de bord.
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Régularisation spatiale : Afin d’éviter que des pixels isolés ne soient mal segmentés,
une régularisation spatiale est appliquée sur les cartes de probabilités. Plutôt que de réa-
liser une segmentation par maximum de vraisemblance, en prenant juste en compte les
vraisemblances calculées pour chaque pixel, les vraisemblances des pixels voisins parti-
cipent au calcul. Ceci est réalisé en déplaçant une fenêtre glissante sur l’image. Les bords
de l’image (c’est-à-dire une bande de taille égale à la demi-largeur de la fenêtre glissante)
ne sont, par contre, pas traités8.

3.3.4 Approche globale contre approche binaire

Nous venons de voir que la méthode présentée est réglée par des paramètres et des
hyperparamètres. Plusieurs approches sont possibles afin de déterminer ces derniers : l’ap-
proche globale (ou multiclasse) ou l’approche par combinaison de classifieurs binaires (ou
un contre un). Nous allons en développer les différentes étapes. Nous allons, pour cela,
utiliser plusieurs bases d’apprentissage et de test :

– Base 1 : une base d’images « pures » pour chaque classe (elle servira dans l’approche
globale et dans l’approche binaire).

– Base 2 : une base d’images comportant deux classes uniquement (elle servira uni-
quement dans l’approche par combinaison de classifieurs binaires).

– Base 3 : une base d’images multiclasses (elle servira dans les deux approches).

Ces trois bases sont disjointes. Elles ont été expertisées et la classe de chacun des pixels
des images a été déterminée.

3.3.4.1 Approche multiclasse

Dans l’approche multiclasse, toutes les classes sont évaluées en même temps (cf. fi-
gure 3.16). Tout d’abord, les paramètres de la méthode de segmentation HMT sont ap-
pris, sur chacune desK classes, avec toutes les combinaisons possibles d’hyperparamètres
(avec B bases d’ondelettes, C composantes couleur et D niveaux de décimation) sur une
base d’apprentissage d’images pures (Base 1) comportant α images par classe. Les para-
mètres de chaque classifieur sont ensuite appliqués pour segmenter les images d’une base
test (Base 3) préalablement expertisée. Le classifieur finalement choisi est celui qui maxi-
mise la proportion moyenne de pixels bien segmentés, pour l’ensemble des classes, sur
l’ensemble des images de la Base 3, par comparaison avec la « référence or » déterminée
par l’expert.

3.3.4.2 Approche par combinaison de classifieurs binaires

La méthode décrite au 3.3.3.1 est initialement une méthode multiclasse : elle permet
de calculer, pour chaque pixel, la vraisemblance d’appartenir à l’une des K classes. Il
est cependant possible de l’appliquer à 2 classes seulement. Dans ce cas, elle permet de
définir un classifieur binaire (dichotomiseur) permettant de discriminer ces deux classes.
Afin d’obtenir une classification en K classes des pixels de l’image, il convient alors de
décomposer le problème en un ensemble de problèmes binaires, puis de choisir un schéma

8Ceci ne prête pas à conséquence du fait du recouvrement entre les images élémentaires traitées.
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classe 1

α

classe 2

α

. . .
classe K

α

Base No1 d’apprentissage
d’images pures.

Hyperparamètres :

Bases d’ondelettes B
Composantes Couleur C
Niveaux de décimation D

Apprentissage des paramètres HMT

µ, P , σ, ǫ par classe, par base

d’ondelettes, par composante cou-

leur, par niveau de décimation

Segmentation Directe

Fusion Interéchelles

K classes
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d’images

multiclasses

Référence or
correspondante

Image résultat

Comparaison

Sélection des paramètres
maximisant la proportion globale

de pixels bien classés

FIG. 3.16 – Schéma général de la méthode multiclasse permettant de déterminer les para-
mètres et les hyperparamètres du modèle de segmentation HMT.
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de combinaison des classifieurs binaires.
Nous avons choisi ici d’appliquer la décomposition un contre un car la méthode un contre
tous n’est pas appliquable dans le cas de la segmentation HMT et il serait difficile de
maitriser les propriétés (notamment en terme de distance inter-mots) des mots-codes de la
décomposition ECOC. Plusieurs solutions sont en revanche à tester pour la combinaison
des classifieurs. La méthode de test que nous avons retenue comporte trois étapes (cf. fi-
gure 3.17).
Tout d’abord, les paramètres de la méthode de segmentation HMT sont appris, avec toutes

les combinaisons possibles d’hyperparamètres, sur une base d’apprentissage d’images
pures (Base 1).
Ces paramètres sont ensuite appliqués pour segmenter les images d’une seconde base d’ap-
prentissage (Base 2), contenant des images qui présentent un mélange de deux classes
seulement. Cette deuxième étape nous permet de sélectionner les dichotomiseurs (et donc
les hyperparamètres associés) maximisant la proportion9 de pixels correctement classés
pour les deux classes des images :

Φωi,ωj
t.q. Sup(P%ωi

+ P%ωj
), (3.2)

où P%a représente la proportion moyenne de pixels de la classe a correctement classés
dans les images. Cette proportion représentera plus tard la confiance que nous apporterons
au classifieur Φωa,ωb

pour distinguer la classe a de la classe b (et inversement, P%b repré-
sentera la confiance que nous apporterons au classifieur Φωa,ωb

pour distinguer la classe b
de la classe a).
Après avoir ainsi déterminé le meilleur classifieur permettant de discriminer deux classes,
la troisième étape consiste à tester différentes méthodes de combinaison (cf. figure 3.18).
Elle est réalisée sur une troisième base expertisée (Base 3) d’images comportantK classes.
Ces images sont segmentées, paire de classes par paire de classes par la méthode de seg-
mentation HMT avec les paramètres et hyperparamètres appris, comme indiqué ci-dessus.
K(K−1)/2 cartes binaires de probabilité sont ainsi produites. Ces cartes sont combinées,
selon les différentes méthodes, en tenant compte de l’indice de confiance dans le classi-
fieur calculé auparavant, pour déterminer la classe de chaque pixel.
Afin d’éviter des erreurs de classification sur des petites zones ou des pixels isolés, une
régularisation est appliquée. La classe du pixel est ainsi choisie en fonction de sa vrai-
semblance, mais également en fonction de la classe de ses voisins. Pour cela, une fenêtre
glissante, centrée sur le pixel à classer et permettant de sommer les vraisemblances de
ses voisins est appliquée. La largeur de cette fenêtre a été fixée, en fonction de la taille
moyenne des noyaux des cellules, à une taille de 31 pixels (soit environ 15µm).
La méthode de combinaison retenue est celle qui maximise la proportion de pixels bien
classés par rapport à la « référence or » établie par l’expert. Elle sera employée par la suite
pour la segmentation des lames virtuelles entières.

3.3.4.3 Intégration des meilleurs classifieurs

Dans les approches décrites ci-dessus, nous avons appris les paramètres permettant
de déterminer soit le meilleur classifieur multiclasse (approche globale) soit les meilleurs
dichotomiseurs (approche par combinaison de classifieurs binaires). Le deuxième meilleur

9moyennée sur les β images de la base d’apprentissage contenant uniquement ces deux classes
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FIG. 3.17 – Schéma de la méthode mise en œuvre pour déterminer les paramètres et les
hyperparamètres du modèle HMT.
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FIG. 3.18 – Schéma de la méthode utilisée pour le choix de la règle de combinaison des
classifieurs.
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classifieur de chaque catégorie n’est ainsi pas utilisé. Il contient pourtant une information.
Nous allons nous servir de ce(s) deuxième(s) meilleur(s) classifieur(s) (voire les n − 1
suivants) pour conforter ou corriger les résultats obtenus avec le meilleur classifieur. Il est
à noter que puisque cette approche utilise n classifieurs, le temps de segmentation total
sera multiplié par n par rapport à une méthode n’employant que le meilleur classifieur,
temps auquel il convient d’ajouter le temps de fusion des résultats des classifieurs.

Approche globale : Dans ce cas, les n meilleurs classifieurs peuvent être intégrés. Plu-
sieurs intégrations sont possibles :

– Approche a : On réalise un vote majoritaire sur les résultats de segmentation des n
classifieurs10. En cas d’égalité, le vote du meilleur classifieur est prioritaire.

– Approche b : Pour chaque classifieur, la proportion de pixels correctement identifiés
pour chaque compartiment est connue. Elle peut servir d’indice de confiance pour
pondérer le vote de chaque classifieur dans le résultat final.

– Approche c : La dernière étape de la segmentation HMT est une segmentation par
maximum de vraisemblance, calculée à partir des « cartes de probabilité d’apparte-
nance aux classes ». Ces cartes peuvent être intégrées au vote : un classifieur vote
pour chaque classe à hauteur de la probabilité calculée. Le résultat final est calculé
par maximum de vraisemblance.

– Approche d : L’approche c peut être, de surcroît, pondérée par les indices de confiance
en chaque classe, comme dans l’approche b.

Approche un contre un : Dans le cas de la combinaison de classifieurs binaires, les n
meilleurs dichotomiseurs de chaque paire de classes peuvent être utilisés. Les résultats des
n(K(K − 1)/2) classifieurs seront fusionnés par la méthode de combinaison déterminée
au paragraphe 3.3.4.2.

3.3.4.4 Exploitation de la deuxième classe la plus probable.

Les méthodes présentées jusqu’à présent n’exploitent pas la totalité des informations
données par les cartes de probabilités. En effet, seule la classe présentant le maximum
de vraisemblance est retenue, sans tenir compte de la « force » de cette vraisemblance,
c’est-à-dire sans se demander si la probabilité de la deuxième classe la plus probable est
proche de la probabilité de la classe la plus probable. La méthode retenue, afin d’exploiter
la deuxième classe la plus probable, est la suivante : si la différence entre les valeurs de
probabilité des deux classes les plus probables est inférieure à un seuil, le résultat est
considéré comme incertain. Pour départager les deux classes, le meilleur dichotomiseur
les séparant est utilisé. Cette méthode ne peut bien sûr s’appliquer que dans l’approche
par combinaison de classifieurs binaires.

10Dans ce cas, n > 2.
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3.4 Méthodologie de comparaison/évaluation des résul-
tats

Dans cette section, nous allons voir que le tracé d’une « référence or », portant sur
l’intégralité d’une lame virtuelle, n’est pas toujours simple à obtenir et que son temps
de réalisation est souvent prohibitif. C’est pourquoi nous allons introduire les méthodes
de stéréologie. Ces méthodes vont nous permettre d’obtenir « rapidement11 » des « réfé-
rence or ». Nous verrons ensuite la méthode que nous avons retenue afin d’y comparer nos
résultats de segmentation.

3.4.1 Difficultés liées au tracé de la « référence or »

L’évaluation de la segmentation résultant de la combinaison des classifieurs est obte-
nue par la comparaison pixel à pixel de l’image résultat et de la « référence or » des images
de la base de test No3. Cette « référence or » a été tracée par un expert. La variance inter-
expert peut être importante, car la frontière entre les différents types de compartiments
stromaux n’est pas toujours clairement définie, formant souvent un continuum. Il est ainsi
parfois difficile de distinguer nettement un stroma lâche avec une densité de cellules mé-
senchymateuses assez importante d’un stroma cellulaire à la matrice extracellulaire assez
abondante (cf. figure 3.19). De même, une zone comportant quelques lymphocytes iso-
lés au sein d’un autre compartiment ne sera pas forcément identifiée comme du stroma
inflammatoire. Ces difficultés sont à prendre en compte dans l’appréciation des résultats.

a) b)

FIG. 3.19 – a) Continuum entre du stroma lâche (en haut et à gauche) et du stroma cel-
lulaire (en bas et à droite). b) Lymphocytes isolés (flèches rouges) dans un compartiment
d’épithélium.

11Plusieurs heures de travail sont tout de même nécessaires pour étiqueter une lame virtuelle entière.
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3.4.2 Stéréologie

Alors que pour l’évaluation de la segmentation résultant de la combinaison des classi-
fieurs, nous pouvions comparer pixel à pixel l’image résultat par rapport à une « référence
or » dessinée par un expert, car l’image était de dimension modeste, cette opération est im-
possible à réaliser pour la lame virtuelle entière. En effet, en se basant sur le temps moyen
nécessaire pour identifier les différents compartiments tissulaires d’une image 2048x2048,
ce dessin prendrait entre 150 et 250 heures, selon la taille de l’image, la quantité de fond
présente et l’hétérogénéité des compartiments.
Pour pallier cet inconvénient, nous avons choisi d’employer la stéréologie comme mé-
thode de référence [Herlin et Plancoulaine, 2007, Herlin et al., 2009].
La stéréologie est un ensemble de méthodes, qui permettent d’estimer des informations
dans un espace à n dimensions à partir de mesures réalisées dans un espace à n-1 dimen-
sions [Elias et Hyde, 1983] (cf. figure 3.20). Elle fait appel à des sondes géométriques de
différentes dimensions (points, lignes, plans) et base ses calculs sur le dénombrement des
intersections entre ces sondes géométriques et les objets d’intérêt.
La Société Internationale de Stéréologie (ISS) a normalisé les paramètres qui peuvent être
mesurés. On peut citer le volume (V), la surface (A), la longueur (L), le nombre de points
(P), etc.
L’ISS a fixé une notation générale : une lettre majuscule décrit le paramètre mesuré, elle
est suivie d’une lettre minuscule qui représente le paramètre de l’espace de référence. Ces
deux lettres sont suivies des noms des compartiments d’intérêt et de référence indiqués
entre parenthèses.
Dans notre cas, la mesure de la proportion de stroma dans une section tumorale va s’écrire
AA(stroma, tumeur).

FIG. 3.20 – Illustration du passage de n à n-1 dimensions sur une section ou une projec-
tion : la ligne devient un point, la surface une ligne et le volume une surface (tiré de [Elias
et Hyde, 1983]).

Il a été montré qu’il existait des relations entre les différents paramètres. On peut ainsi
écrire :

VV (X) = AA(X) = PP (X). (3.3)

Cette règle justifie le fait que calculer l’aire de structures (ici les compartiments stromaux)
dans une image (en 2 dimensions) est statistiquement équivalent à mesurer le volume de
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ces structures dans le bloc tumoral (en 3 dimensions).

Dans notre application, nous souhaitons mesurer la proportion de surface AA de dif-
férents compartiments. Nous allons, en vertu de l’équation 3.3, remplacer cette mesure
par un comptage de point (point counting) PP [Glagolev, 1933]. Nous allons pour cela
appliquer sur l’image une grille test de pas fixé. Ce pas doit être choisi en fonction de la
taille des structures à quantifier et de la précision de la mesure souhaitée [Weibel, 1979].
Le nombre de points tests P , dans la référence, est donné par la formule suivante :

P =
t2

d2

1 − Vv
Vv

, (3.4)

où t est le facteur d’élargissement (égal à, par exemple, 1,96 pour un intervalle de confiance
de 95%), d est l’erreur relative souhaitée, et Vv est la fraction de volume estimée.
Nous allons ensuite dénombrer les points de cette grille qui appartiennent à chaque com-
partiment et rapporter ce nombre au nombre total de points de la grille superposés au tissu.
En pratique, pour réaliser cette mesure, l’expert va utiliser un logiciel de visualisation des
lames virtuelles, comme par exemple le logiciel ImageScope, fourni par la société Ape-
rio Technologies. Ce logiciel permet d’ajouter à l’image des couches d’annotations. Ces
annotations sont sauvegardées dans un fichier XML séparé. Nous nous sommes servis de
cette particularité pour développer un ensemble d’outils de stéréologie qui peuvent être
utilisés dans ImageScope. Un programme développé au sein du GRECAN permet de gé-
nérer une grille de stéréologie (des points régulièrement espacés) et de l’enregistrer dans
une couche d’un fichier XML de même structure que celui du logiciel ImageScope. Des
couches vierges (une pour chacune des classes à segmenter) sont également créées, dans le
même fichier, pour pouvoir stocker les futures annotations. Ce fichier est chargé à l’ouver-
ture de l’image par l’expert. Ce dernier peut, tout d’abord, délimiter, si besoin, une région
d’intérêt pour éliminer certaines parties de l’image (artefacts de préparation, zones de tissu
adipeux, etc.) et l’enregistrer dans une nouvelle couche. Ensuite, pour chaque point de la
grille de stéréologie, l’expert détermine la classe présente en créant une annotation dans la
couche correspondante (cf. figure 3.21).
Par la suite, un programme a été créé pour exploiter le fichier XML afin d’extraire la région
d’intérêt et les points étiquetés pour chaque classe.

La méthode stéréologique présente un avantage supplémentaire dans notre applica-
tion. Nous avons décrit dans le paragraphe précédent les difficultés que peut rencontrer un
expert pour étiqueter une zone (cf. figure 3.19). La méthode stéréologique exige d’affec-
ter une classe à la structure histologique située en dessous de chaque point test. L’expert
n’aura ainsi plus à être influencé par l’environnement d’une zone. Pour reprendre un des
exemples donnés ci-dessus, un point de la grille test tombant sur un lymphocyte isolé sera
étiqueté comme du stroma inflammatoire, indépendamment de la nature du compartiment
dans lequel ce lymphocyte était mélangé.

3.4.3 Comparaison des résultats

La méthode de comparaison des images résultat par rapport aux « référence or » est
réalisée en deux étapes complémentaires : une mesure globale et une mesure locale. Tout
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FIG. 3.21 – Capture d’écran du logiciel ImageScope permettant d’annoter (classer) les
points d’une grille stéréologique apposée sur l’image.
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d’abord, la proportion de chaque compartiment stromal, déterminée par la méthode stéréo-
logique, est comparée aux fraction d’aires de chacune des classes sur l’image résultant de
l’analyse automatique d’images, à l’intérieur de la région d’intérêt dessinée par l’expert.
Ensuite, la classe déterminée en chaque point test de la grille de stéréologie est comparée
à celle obtenue par analyse d’images automatique. Afin d’éviter les erreurs dues à un pixel
aberrant classé automatiquement, la valeur de la classe calculée est déterminée comme
étant la classe la plus fréquente dans un voisinage autour du point de la grille de stéréo-
logie. Ces deux mesures permettent de juger efficacement de la pertinence des images
résultat produites.
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Dans ce chapitre, nous allons présenter les résultats que nous avons obtenus en appli-
quant les méthodes présentées au chapitre 3.
Nous allons tout d’abord présenter les bases d’apprentissage et de test qui nous ont permis
de déterminer les paramètres et les hyperparamètres de la méthode. Nous présenterons
ensuite les lames virtuelles des cas de carcinomes ovariens sur lesquels nous avons expé-
rimenté la méthode.
Une fois les données images introduites, nous détaillerons les différents tests que nous
avons menés afin de déterminer les meilleurs paramètres, hyperparamètres et méthodes de
combinaison des résultats.
Le classifieur retenu a été appliqué à la segmentation de lames virtuelles entières. Nous
présenterons les résultats de segmentation obtenus et la comparaison à la « référence or »
de l’expert.
Nous terminerons en énonçant quelques pistes intéressantes à mettre en œuvre afin de
poursuivre ce travail.
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4.1 Données images

4.1.1 Bases d’apprentissage et de test de la méthode

Nous avons vu au chapitre précédent que la méthode que nous avons développée né-
cessite l’utilisation de plusieurs bases d’apprentissage et de test afin de déterminer ses
différents paramètres et hyperparamètres :

– Base 1 : une base d’images « pures » pour chaque classe. Elle sert à déterminer les
paramètres du modèle HMT.

– Base 2 : une base d’images comportant deux classes uniquement. Elle sert à déter-
miner le meilleur classifieur discriminant 2 classes.

– Base 3 : une base d’images multiclasses représentatives des situations rencontrées
sur les lames histologiques. Elle permet de déterminer la meilleure règle de combi-
naison des classifieurs.

Ces trois bases sont disjointes. Elles ont été expertisées et la classe de chaque pixel a été
déterminée. Nous allons à présent les décrire plus précisément.

Pour des raisons de simplicité, liées à l’utilisation de décimations successives d’un
facteur 2 lors de la transformée en ondelettes, nous avons utilisé exclusivement des images
d’une taille égale à une puissance de 2.
La table 4.1 précise le code couleur utilisé dans la suite de ce document pour représenter
chaque compartiment dans les images constituant la « référence or » ou dans les images
résultat.

TAB. 4.1 – Code couleur employé pour représenter chaque compartiment.
Compartiment Couleur utilisée

Stroma lâche Rouge (255,0,0)

Stroma cellulaire Vert (0,255,0)

Stroma inflammatoire Bleu (0,0,255)

Épithélium Blanc (255,255,255)

Fond Gris très foncé1(1,1,1)

Autre Jaune (255,255,0)

4.1.1.1 Base 1

Pour cette première base, nous avons choisi d’utiliser des images de taille 512x512.
Cette taille est un compromis entre la difficulté de trouver des images « pures » de taille
supérieure et le fait que la décimation 4 fois de suite d’une image de taille de 512x512
produit une image de taille 32x32, ce qui reste de l’ordre de la taille du filtre d’ondelettes le
plus grand que nous avons utilisé (le filtre de Daubechies 10 qui comporte 35 coefficients).

1Le noir pur (0,0,0) n’a pas été utilisé car il représente souvent, par convention, une absence d’informa-
tion.
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Pour chaque classe2 (stroma lâche, stroma inflammatoire, stroma cellulaire, épithélium),
nous avons utilisé 5 images. Ces images ont été choisies, au sein d’un ensemble de 22
lames virtuelles3, de manière à tenter de tenir compte au mieux de la diversité des classes
(cf. figure 4.1).
Le fond étant très homogène (du fait de la correction de fond de l’image par un champ
blanc, effectuée lors de l’acquisition et du fait de la propreté des préparations histologiques
exigée), nous n’avons utilisé que 2 images pour le décrire (cf. figure 4.2).
La base 1 contient donc 22 images.

a) b) c) d) e)

FIG. 4.1 – Cinq détails issus des 5 images de stroma inflammatoire de la base d’apprentis-
sage No1. Ils illustrent la diversité des situations rencontrées pour chaque compartiment.

a) b)

FIG. 4.2 – Deux détails issus des 2 images de fond de la base d’apprentissage No1.

4.1.1.2 Base 2

Cette base doit contenir des images présentant toutes les oppositions possibles des
classes prises deux à deux. Cependant, devant la difficulté de trouver des images de taille
assez grande comportant 2 classes uniquement, chacune dans une proportion sensiblement
équivalente, nous avons créé des images composites. Pour éviter le plus possible les biais
dus aux discontinuités aux frontières des classes, les limites de chaque classe n’ont pas été
tracées de manière rectiligne (cf. figure 4.3).
Ces images ont été choisies de taille 1024x1024 afin d’avoir une surface de comparaison
pixel à pixel suffisamment importante.
Pour chacune des 10 oppositions4 entre les classes prises 2 à 2 nous avons créé 4 images
différentes, soit, au total, 40 images.

2On rappelle que, pour simplifier le problème, nous avons assimilé le stroma fibreux au stroma cellulaire
(voir page 88). Nous n’utiliserons que des images de stroma cellulaire pour modéliser ces deux classes.

3Ces 22 lames sont celles qui nous ont servi à tester la méthode et dont les résultats de segmentation sont
présentés en fin de chapitre.

4Nous avons N = 5 classes (stroma lâche, stroma inflammatoire, stroma cellulaire, épithélium et fond)
soit N ∗ (N − 1)/2 = 10 oppositions entre classes.
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FIG. 4.3 – Exemples d’images issues de la base binaire de test des hyperparamètres (Base
Test No2) (à gauche) et les « références or » correspondantes (à droite).
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4.1.1.3 Base 3

Cette dernière base d’apprentissage est constituée d’images multiclasses. Nous avons
choisi des images d’une taille 2048x2048 identique à la taille des imagettes élémentaires
que la méthode sera amenée à traiter. Les 25 images choisies pour cette base représentent
plusieurs cas de figures fréquemment rencontrés sur les lames histologiques : présence
ou absence des classes, oppositions ou mélanges entre les différents compartiments (fron-
tière nette ou continuum entre les compartiments, lymphocytes isolés, etc.) et différentes
morphologies pour chaque compartiment (grandes plages de cellules épithéliales carcino-
mateuses ou cordons de cellules épithéliales, etc.) (cf. figure 4.4).

a) b) c)

d) e) f)

FIG. 4.4 – Première ligne : exemple de 3 images issues de la base d’apprentissage No3.
a) opposition (principalement) stroma lâche-épithélium massif (frontière nette), b) oppo-
sition stroma cellulaire-stroma lâche (continuum), c) opposition stroma cellulaire-cordons
de cellules épithéliales carcinomateuses avec présence de lumières. Seconde ligne : les
« références or » correspondantes.

En moyenne, ces images sont constituées de 18% de stroma lâche, 18,5% de stroma
cellulaire, de 7,7% de stroma inflammatoire, de 49,8% d’épithélium et de 4,7% de fond.
Le reste est constitué des structures que nous avons choisi d’ignorer (des globules rouges
principalement).

4.1.2 Lames virtuelles de carcinomes ovariens

4.1.2.1 Sélection des images

Vingt deux cas ont été sélectionnés parmi les cas de carcinomes ovariens archivés
au centre François Baclesse. Les lames virtuelles correspondantes ont été acquises au
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scanner microscopique ScanScope CS d’Aperio Techonologies, comme précisé au pa-
ragraphe 3.1.1. Ces cas ont été choisis pour la qualité technique de leur marquage, mais
également pour leur représentativité eu égard à la diversité des types histologiques que l’on
peut rencontrer dans les carcinomes ovariens. Ces 22 cas sont un échantillon de la collec-
tion de 238 cas de tumeurs ovariennes précédemment utilisée par l’équipe pour d’autres
études ([Elie et al., 2005]).
Les lames virtuelles résultantes ont des tailles variables allant de 38000 par 40556 pixels
(soit une taille de 4,31 Giga octets pour l’image non compressée) à 78000 par 48209 pixels
(soit 10,51 Go) pour une taille moyenne de 57727 par 43975 pixels (soit 7,13 Go).

4.1.2.2 Expertise des images

Toutes les images ont été expertisées et une mesure de référence a été réalisée selon la
méthode de stéréologie présentée au paragraphe 3.4.2. Le pas d’échantillonnage des points
tests a été fixé à 1000 pixels, c’est à dire environ 1000 à 3000 points tests inclus dans le
tissu tumoral.

4.2 Résultats de la détermination des paramètres de la
méthode

Dans cette section, nous allons présenter les différentes expérimentations que nous
avons réalisées pour déterminer les paramètres permettant de régler la méthode, afin d’ob-
tenir la meilleure segmentation possible. Nous étudierons ainsi les résultats de la déter-
mination des paramètres et hyperparamètres pour l’approche multiclasse globale, puis les
résultats de la détermination des paramètres, hyperparamètres et mode de combinaison des
classifieurs pour l’approche multiclasse par combinaison de classifieurs binaires. Ensuite,
nous étudierons l’intégration des résultats des meilleurs classifieurs précédemment trou-
vés. Nous préciserons enfin l’approche que nous avons retenue pour appliquer la méthode
de segmentation aux lames virtuelles entières.

4.2.1 Hyperparamètres testés

Les hyperparamètres à tester sont de trois types : la base d’ondelette à utiliser (son type
et éventuellement son ordre), la composante couleur sur laquelle porte la transformée en
ondelettes et enfin le nombre de niveaux de décimation intégrés à l’analyse.

Bases d’ondelettes

Nous avons choisi d’utiliser plusieurs types d’ondelettes, couramment employées, en
fonction de leurs caractéristiques :

– Les ondelettes de Haar. Elles sont dites « spécialisées dans les détails » car du fait
de leur unique moment nul, elles extraient beaucoup de singularités dans les sous-
bandes dès les premières échelles. Le filtre de Haar possédant peu de coefficients, la
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convolution avec ce filtre est rapide à calculer. En revanche, les ondelettes de Haar
sont mal localisées en fréquences.

– Les ondelettes orthogonales de Daubechies. Elles sont à support compact, mais sont
non symétriques et, par conséquent, ne possèdent pas une phase linéaire. Nous avons
donc dû effectuer un recalage de phase à chacune de leurs utilisations. Nous avons
utilisé les ordres5 2 et 10.

– Les ondelettes de Battle Lemarié. Elles sont symétriques et, par conséquent, pos-
sèdent une phase linéaire. Nous avons utilisé les ordres 1 et 9.

– Les ondelettes Splines biorthogonales. Elles sont à support compact, symétriques et
possèdent une phase linéaire. Comme la condition d’orthogonalité a été relâchée,
les filtres d’analyse et de reconstruction sont différents. Nous avons utilisé l’ordre 5.

La figure 4.5 présente l’allure de l’ondelette de chaque base utilisée. Les caractéristiques
précédemment décrites peuvent facilement y être observées.

Composantes couleurs

Nous avons présenté au paragraphe 2.1.1 les systèmes colorimétriques les plus couram-
ment utilisés en analyse d’images. Certains systèmes utilisent directement les primaires du
système d’acquisition et d’autres se servent de primaires et d’un blanc de référence norma-
lisés (par la CIE, l’EBU, le NTSC, etc.). Pour pouvoir utiliser cette seconde catégorie de
systèmes colorimétriques, il est nécessaire de connaître la matrice de passage du système
d’acquisition vers l’un des systèmes normalisés. Malheureusement, il nous a été impos-
sible d’obtenir auprès du fabriquant les caractéristiques colorimétriques du ScanScope CS.
Nous avons donc dû nous résoudre à n’utiliser que les systèmes colorimétriques utilisant
les primaires d’acquisition. Nous avons également utilisé les images de composantes prin-
cipales calculées avec la transformée de Karhunen-Loeve à partir des valeurs RVB ainsi
que la représentation de Scheunders (cf. paragraphe 2.1.3.6). Le tableau 4.2 présente la
liste des systèmes colorimétriques utilisés, les matrices de passage correspondantes sont
données en annexes B.

Niveaux de décimations

De un à cinq niveaux de décimation HMT ont été utilisés (soit jusqu’à 4 niveaux de ré-
solution). Le nombre de niveaux de décimation potentiellement utilisables est lié à la taille
des images analysées. En effet, le filtre d’ondelettes de Daubechies d’ordre 10, recalé en
phase, que nous utilisons, comporte 35 coefficients. Afin d’éviter tout biais, la décimation
doit donc être réalisée sur une image de taille supérieure à 35x35 pixels, soit une image
64x64 pixels, pour obtenir une image de taille égale à une puissance de 2.

La combinaison de ces hyperparamètres constitue un ensemble de 576 classifieurs dif-
férents. Les paragraphes suivants vont présenter les résultats de segmentation obtenus se-
lon le type d’approche retenu.

5Nous appellerons ondelette d’ordre r une ondelette possédant r moments nuls.
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a) b)

c) d)

e) f)

FIG. 4.5 – Les fonctions d’ondelettes des bases d’ondelettes utilisées : a) Daubechies
d’ordre 2 b) Daubechies d’ordre 10 c) Battle Lemarié d’ordre 1 d) Battle Lemarié d’ordre
9 e) Haar f) Splines biorthogonales d’ordre 5.
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TAB. 4.2 – Liste des systèmes colorimétriques utilisés.
Système Équation de Composantes

Remarques
colorimétrique référence retenues

[RVB] R V B
composantes du système

d’acquisition.

[RVB] B.1 Rn Vn Bn composantes normalisées.

x[RVB] B.24 xR xV xB composantes Excess.

[IST] B.25 I S T intensité, saturation et teinte.

[AC1C2] B.20 A C1 C2 système de Garbay.

[AC1C2] B.21 Sat Teinte
saturation et teinte en fonction de

C1 et C2.

[wbrgby] B.22 rg
système de Ballard. wb est

équivalent à I et by à xB.

[YCh1Ch2] B.23 Ch2
système de Caron. Y est

équivalent à I et Ch1 à xR.

[I1I2I3] B.26 I2
système d’Ohta. I1 est équivalent

à I et I3 à xV.

[RVB] acp1 acp2 acp3 composantes principales.

[RVB] Sch représentation de Scheunders.

4.2.2 Approche multiclasse

Dans cette approche, nous avons cherché à déterminer, comme décrit dans le para-
graphe 3.3.4.1, le jeu d’hyperparamètres permettant de segmenter au mieux les images de
la base de test No3 pour l’ensemble des classes.
Les résultats de segmentation pour chaque compartiment sont résumés dans la table 4.3.

TAB. 4.3 – Pourcentage de pixels bien segmentés pour chacun des compartiments et pro-
portion totale de pixels bien segmentés par la méthode de segmentation HMT multiclasse
(K = 5 classes).

Stroma lâche Stroma cellulaire Stroma inflammatoire Épithélium Fond Total
50,89 45,44 0,84 89,75 63,46 67,33

Le classifieur permettant d’obtenir les meilleurs résultats est celui qui utilise des on-
delettes splines biorthogonales d’ordre 5 appliquées à la composante rg de l’espace de
Ballard et utilisant uniquement le niveau de résolution le plus bas (image décimée 4 fois).
Avec cette approche, on peut remarquer que l’épithélium est très bien détecté6. Le fond
est correctement segmenté. Le stroma lâche et le stroma cellulaire sont moyennement bien
détectés. En revanche, le stroma inflammatoire est peu, voire pas du tout détecté, selon les

6Nous avons adopté un vocabulaire particulier pour décrire nos résultats : lorsque environ 50% des pixels
d’un compartiment sont bien classés, nous considérons que ce taux est moyennement bon. Un taux de 60%
est considéré comme satisfaisant ou correct. 70%, 80% et 90% correspondent, respectivement, à une assez
bonne, bonne et très bonne classification.
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images. Le pourcentage total de pixels bien classés est cependant globalement assez bon
car les images de la base No3 comportent un grande proportion d’épithélium. Les images
de la figure 4.6 illustrent ces constatations.
Le temps moyen de traitement7 est d’environ 3 minutes par image 2048x2048. Selon

l’image traitée, le temps de traitement varie 1 à 13 minutes.

Ces premiers résultats ne sont pas suffisamment satisfaisants, tant au point de vue du
pourcentage de pixels correctement classés, qui reste trop faible, qu’au point de vue de
la segmentation de chaque compartiment, notamment pour le stroma inflammatoire qui
n’est presque pas détecté. C’est pourquoi nous avons testé une approche multiclasse par
combinaison de classifieurs binaires.

4.2.3 Approche par combinaison de classifieurs binaires

4.2.3.1 Choix des hyperparamètres

Dans cette approche, nous avons tout d’abord cherché à déterminer le jeu d’hyperpa-
ramètres permettant de séparer le mieux chaque paire de classes sur les images de la base
de test No2, selon la méthodologie présentée au paragraphe 3.3.4.2.
La liste des classifieurs retenus est présentée en table 4.4.

TAB. 4.4 – Paramètres permettant une bonne discrimination des compartiments (Epi re-
présente l’épithélium, SC le stroma cellulaire, SL le stroma lâche et SI le stroma inflam-
matoire).

Compartiments Base Ordre Composante Niveau Confiance compart.
1 2 des ondelettes couleur décim. 1 2

SL SC Haar / h 4 96,27 95,30
SL Fond Battle 1 I2 2 99,50 98,97
SL SI Battle 9 vn 4 96,29 97,70
SL Epi Splines 5 h 4 99,35 97,43
SC Fond Haar / Scheunders 1 99,57 99,80
SC SI Daubechies 2 xVert 3 97,62 90,61
SC Epi Haar / h 4 97,20 95,97

Fond SI Daubechies 2 C1 2 99,38 99,66
Fond Epi Haar / Scheunders 1 99,84 99,81

SI Epi Battle 1 h 4 97,89 98,62

Ces 10 classifieurs sont ceux qui permettent de mieux discriminer chacune des 5
classes par rapport aux autres. Nous allons maintenant voir quelle est la meilleure ma-
nière de combiner ces classifieurs.

7lorsque le calcul est lancé sur un seul processeur d’un PC muni d’un quadriprocesseur Xeon 3GHz.
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a) b) c)

d) e) f)

g) h) i)

j) k) l)

FIG. 4.6 – 1ère colonne : images de la base de test No3. 2ème colonne : « références or ». 3ème

colonne : résultats de la segmentation avec l’approche multiclasse. 1ère ligne : classification
satisfaisante des différents compartiments à l’exception du stroma inflammatoire (64,69%
de pixels correctement classés). 2ème ligne : bonne classification du stroma cellulaire de
l’épithélium et du fond (80,97% de pixels correctement classés). 3ème ligne : bonne clas-
sification de l’épithélium, mais confusion du stroma lâche avec le fond (77,84% de pixels
correctement classés) 4ème ligne : échec de la classification ; confusion avec du stroma
cellulaire (22,03% de pixels correctement classés).
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4.2.3.2 Choix de la méthode de combinaison des classifieurs

Nous avons testé différentes méthodes de combinaisons de classifieurs : le vote ma-
joritaire, le vote majoritaire pondéré par les indices de confiance en chaque classifieur
déterminés plus haut, et plusieurs approches par Error Correcting Output Codes (cf. pa-
ragraphe 2.4.3.1) : l’approche classique (appelée ecoc dans la suite de ce document), une
approche avec une fonction de perte L = e−confiance (appelée ecocLBD par la suite) et
une approche avec une fonction de perte L = (1 + confiance)/2 (appelée ecocON par la
suite).
Les résultats de segmentation sont présentés dans la table 4.5.

TAB. 4.5 – Pourcentage de pixels bien classés pour chacun des compartiments en présence
et proportion globale pour l’ensemble des compartiments.

P
P

P
P

P
P

P
P

P
Combi.

Compart. Stroma Stroma Stroma
Épithélium Fond Total

lâche cellulaire inflammatoire
Vote Majoritaire 55,90 70,82 67,50 66,79 64,73 65,91
V.M. Pondéré 56,13 70,08 69,89 67,02 65,89 66,16

Ecoc 54,39 71,07 67,62 66,90 63,67 65,69
EcocLBD 56,21 70,49 68,41 66,82 64,93 65,99
EcocON 55,98 70,33 69,03 66,91 65,39 66,03

La meilleure méthode de combinaison apparaît comme étant le vote majoritaire pon-
déré. Contrairement à l’approche multiclasse globale, chaque compartiment (notamment
le stroma inflammatoire) est détecté. Le stroma lâche (+5%), le stroma cellulaire (+25%)
le stroma inflammatoire (+67%) et le fond (+2%) sont mieux détectés alors que l’épithé-
lium l’est moins bien (-22%). Les images de la figure 4.7 présentent quelques résultats de
segmentation utilisant la combinaison par vote majoritaire des meilleurs dichotomiseurs.

Le temps de traitement8 moyen d’une image 2048x2048 avec cette approche est d’en-
viron 10 minutes. Selon l’image traitée, le temps de traitement varie de moins d’une minute
jusqu’à plusieurs heures, selon la rapidité de convergence de l’algorithme EM.

Remarque : Nous avons choisi de régler les paramètres de l’approche multiclasse en
2 temps : tout d’abord, nous avons déterminé pour chaque paire de classes le meilleur
dichotomiseur parmi les 576 possibles. Nous avons ensuite optimisé la combinaison des
dichotomiseurs choisis. Il aurait été possible de ne réaliser qu’une seule étape d’optimisa-
tion, mais il aurait fallu pour cela tester, pour chaque méthode de décodage, l’ensemble des
57610 (soit environ 4x1027) combinaisons possibles des classifieurs, ce qui est impossible
à réaliser.

8lorsque le calcul est lancé sur un seul processeur d’un PC muni d’un quadriprocesseur Xeon 3GHz.
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a) b) c)

d) e) f)

g) h) i)

j) k) l)

FIG. 4.7 – 1ère colonne : images de la base de test No3. 2ème colonne : « références or ». 3ème

colonne : résultats de la segmentation avec la combinaison par vote majoritaire pondéré
des meilleurs classifieurs binaires. 1ère ligne : bonne classification de l’épithélium, du fond
et du stroma cellulaire. Le stroma lâche est en partie confondu avec du stroma cellulaire
(80% de pixels correctement classés). 2ème ligne : bonne classification du stroma cellulaire
et du fond (89,89% de pixels correctement classés). 3ème ligne : classification de qualité
moyenne : le stroma lâche et l’épithélium ont été confondus avec du stroma cellulaire
(49,35% de pixels correctement classés). 4ème ligne : échec de la classification : le stroma
lâche et l’épithélium sont confondus avec du stroma cellulaire, tandis que le fond est bien
segmenté (22,02% de pixels correctement classés).
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4.2.4 Intégration des résultats des meilleurs classifieurs

Jusqu’à présent, nous avons classé les classifieurs par ordre de performance et nous
nous sommes servis du meilleur classifieur (multiclasse ou binaire). Cependant, les clas-
sifieurs suivants sont également porteurs d’information. Cette information est toutefois
moins fiable que pour le meilleur classifieur. Nous avons tenté d’intégrer cette information
dans notre processus.

Approche globale : Nous avons testé l’utilisation des 3, 5, 7, 9, 11, 13 et 15 meilleurs
classifieurs pour chacune des approches a, b, c et d proposées au paragraphe 3.3.4.3. Les
résultats sont présentés dans le tableau 4.6.

On voit que la combinaison des 9 meilleurs classifieurs, pondérés par la confiance qui
leur est portée, permet d’obtenir le meilleur résultat : 70,82% de pixels bien segmentés.
En comparant ces résultats à ceux de la méthode qui ne prend en compte que le meilleur
classifieur, on s’aperçoit que :

– la proportion totale de pixels bien segmentés est meilleure (+3%),
– la proportion de stroma lâche bien segmenté a fortement augmenté (+30%) pour

atteindre 80%,
– la proportion de stroma cellulaire bien segmenté a diminué (-10%) et elle est assez

médiocre à 36%,
– les proportions de d’épithélium et de fond bien segmentés sont restées stables à 90%

et 63%,
– la proportion de stroma inflammatoire bien segmenté est toujours proche de 0.

Ces résultats sont illustrées par la figure 4.8.

On peut ajouter que cette méthode de classification prend environ 25 minutes9 pour
segmenter une image 2048x2048. Ce temps est beaucoup trop important si on souhaite
utiliser cette méthode en routine de laboratoire pour segmenter, à partir d’un ordinateur
unique, la totalité d’une lame virtuelle qui, dans notre base de test, est composée, en
moyenne, de 380 images de taille 2048x2048.

Approche par combinaison de classifieurs binaires : Nous avons testé l’approche dé-
crite au paragraphe 3.3.4.3 en utilisant de 2 à 5 dichotomiseurs pour chaque paire de
classes. Les résultats de segmentation sont proposés dans le tableau 4.7. On peut obser-
ver que la meilleure segmentation – 70.95% de pixels bien segmentés– est obtenue par
la combinaison des 3 meilleurs classifieurs pour chaque paire de classes. En comparant
ces résultats à ceux de la méthode qui ne prend en compte que le meilleur classifieur, on
s’aperçoit que :

– la proportion totale de pixels bien segmentés est meilleure (+4%),
– la proportion de stroma lâche bien segmenté a augmenté (+20%),
– la proportion de stroma inflammatoire bien segmenté a diminué (-20%),
– les proportions de d’épithélium, de stroma cellulaire et de fond bien segmentés ont

légèrement augmenté (+3 à +7%).

9lorsque le calcul est lancé sur un seul processeur d’un PC muni d’un quadriprocesseur Xeon 3GHz.
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TAB. 4.6 – Proportion de pixels bien segmentés pour chacun des compartiments et pro-
portion totale de pixels bien segmentés en fonction de la méthode de combinaison des
classifieurs choisie (cf. page 103) et du nombre de classifieurs intégrés à l’analyse.

Nombre de Stroma Stroma Stroma
Approche classifieurs Lâche Cellulaire Inflammatoire Épithélium Fond Total

pris en compte
a 3 60,08 46,10 0,89 90,49 62,36 69,63
a 5 63,22 40,83 2,86 91,24 64,95 70,03
a 7 65,44 41,51 1,11 91,22 64,80 70,43
a 9 75,47 34,94 0,43 91,00 63,61 70,81
a 11 84,44 26,86 2,91 89,22 58,01 69,90
a 13 88,47 22,70 4,57 87,22 45,87 68,38
a 15 87,06 22,27 2,22 88,88 54,71 69,35
b 3 66,77 46,43 2,13 89,99 59,45 70,63
b 5 67,58 40,39 2,28 90,77 66,40 70,44
b 7 71,57 42,09 1,54 90,63 63,95 71,26
b 9 80,06 36,29 0,62 90,12 62,93 71,30
b 11 87,25 26,52 4,02 87,44 53,67 69,18
b 13 89,79 22,51 6,93 85,09 43,5 67,46
b 15 89,10 22,52 4,84 86,90 50,25 68,52
c 3 63,11 37,23 0,03 91,96 59,26 69,54
c 5 65,44 25,76 0,00 92,19 64,25 68,43
c 7 68,82 22,85 0,00 91,94 63,87 68,34
c 9 77,83 21,50 0,00 91,59 62,27 69,65
c 11 87,19 13,95 0,00 89,21 45,70 67,90
c 13 90,37 11,97 0,00 87,28 36,52 66,69
c 15 88,71 8,84 0,00 88,75 41,86 67,58
d 3 71,71 30,03 0,00 91,19 56,19 69,21
d 5 66,73 20,92 0,00 91,98 65,69 67,74
d 7 71,58 22,22 0,00 91,81 62,88 68,68
d 9 79,92 18,66 0,00 91,34 60,46 69,37
d 11 88,15 11,44 0,00 88,78 46,13 67,44
d 13 90,74 9,26 0,00 86,57 35,18 65,91
d 15 89,80 7,07 0,00 87,95 40,52 66,99

multiclasse 1 50,89 45,44 0,84 89,75 63,46 67,33
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a) b) c)

d) e) f)

g) h) i)

j) k) l)

FIG. 4.8 – 1ère colonne : images de la base de test No3. 2ème colonne : « références or ».
3ème colonne : résultats de la segmentation avec la combinaison des 9 meilleurs classifieurs
multiclasse. 1ère ligne : Très bonne classification de l’épithélium et du stroma lâche, tandis
que le stroma inflammatoire et le stroma cellulaire ne sont pas détectés (93,80% de pixels
correctement classés). 2ème ligne : bonne classification de l’épithélium et du fond mais
ce dernier est parfois confondu avec le stroma lâche et le stroma cellulaire (82,05% de
pixels correctement classés). 3ème ligne : échec de la classification : le stroma cellulaire est
confondu avec le stroma lâche (58,02% de pixels correctement classés). 4ème ligne : échec
de la classification : le stroma inflammatoire et l’épithélium sont confondus avec le stroma
cellulaire (26,88% de pixels correctement classés).
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La figure 4.9 présente quelques résultats de segmentation obtenus avec cette méthode.
Cette méthode de classification segmente une image 2048x2048 en environ 33 minutes.
Ce temps reste beaucoup trop important si on souhaite utiliser cette méthode en routine de
laboratoire pour segmenter la totalité d’une lame virtuelle.

TAB. 4.7 – Proportion de pixels bien segmentés pour chacun des compartiments et pro-
portion totale de pixels bien segmentés par la méthode selon le nombre de classifieurs pris
en compte pour chaque opposition de classes.

Nombre de Stroma Stroma Stroma
Épithélium Fond Total

classifieurs lâche cellulaire inflammatoire
2 70,11 71,17 52,90 69,29 66,92 68,47
3 75,42 77,40 49,26 70,43 68,64 70,95
4 79,14 75,03 36,44 71,48 65,76 70,54
5 78,55 76,96 23,04 66,55 66,76 67,31

1 56,13 70,08 69,89 67,02 65,89 66,16

Approche tenant compte de la deuxième classe la plus probable : Dans l’approche
présentée au paragraphe 3.3.4.2, nous ne prenons pas en compte la deuxième meilleure
classe proposée par le système. Elle peut pourtant être porteuse d’information. Le ta-
bleau 4.8 reprend les résultats de segmentation obtenus par les différentes méthodes de
combinaison en ajoutant, pour chaque méthode, la proportion de pixels où la classe cor-
recte était proposée par la deuxième classe la plus probable. On peut voir que pour le Vote
Majoritaire Pondéré, la classe exacte est proposée en seconde position dans 17,45% des
cas.

TAB. 4.8 – Proportion de pixels bien segmentés en fonction de la position de la classe
exacte dans la liste des classes les plus probables.

Méthode de Combinaison VM VM Pondéré Ecoc EcocLBD EcocON
La classe exacte était

65,91 66,16 65,69 65,99 66,03
la plus probable

La classe exacte était
13,95 17,45 14,18 13,86 13,81

la 2ème plus probable

Pour essayer de tirer parti de cette information, nous avons testé la méthode expliquée
au paragraphe 3.3.4.4. Le tableau 4.9 présente les résultats de segmentation obtenus en
fonction du seuil de différence entre la probabilité de la meilleure classe et celle de la 2ème

meilleure classe. Les valeurs de seuil vont de 5% en 5% jusqu’à 50%.

On peut observer que la proportion de pixels bien segmentés diminue au fur et à me-
sure que le seuil augmente pour se stabiliser à 62,3% (sans changement de valeur dans la
proportion de pixels correctement segmentés pour chaque compartiment) à partir du seuil
20%.
La meilleure proportion de pixels bien segmentés est de 63,55%. Elle est obtenue lorsque
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a) b) c)

d) e) f)

g) h) i)

j) k) l)

FIG. 4.9 – 1ère colonne : images de la base de test No3. 2ème colonne : « références or ».
3ème colonne : résultats de la segmentation avec la combinaison par vote majoritaire des 3
meilleurs classifieurs binaires pour chaque paire de classe. 1ère ligne : bonne classification
de l’épithélium, du fond et du stroma cellulaire. Le stroma lâche est en partie confondu
avec du stroma cellulaire (83,83% de pixels correctement classés). 2ème ligne : bonne clas-
sification du stroma lâche et quelques confusions stroma lâche/stroma cellulaire (85,81%
de pixels correctement classés). 3ème ligne : très bonne classification du stroma lâche et
de l’épithélium (92,05% de pixels correctement classés). 4ème ligne : échec de la classi-
fication : le stroma lâche et l’épithélium ont été confondus avec du stroma cellulaire et
le stroma inflammatoire n’est pas intégralement détecté (37,17% de pixels correctement
classés).
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TAB. 4.9 – Proportion de pixels bien segmentés pour chacun des compartiments et propor-
tion totale de pixels bien segmentés par la méthode prenant en compte la 2ème meilleure
classe proposée, en fonction du seuil autorisé entre les valeurs des probabilités.

Seuil
Stroma Stroma Stroma

Épithélium Fond Total
lâche cellulaire inflammatoire

5 51,86 74,02 47,20 65,47 71,33 63,55
10 50,75 73,83 44,16 63,80 75,16 62,42
15 50,57 73,77 43,82 63,59 76,38 62,30
20 50,56 73,77 43,82 63,59 76,40 62,30
25 50,56 73,77 43,82 63,59 76,40 62,30
30 50,56 73,77 43,82 63,59 76,40 62,30
35 50,56 73,77 43,82 63,59 76,40 62,30
40 50,56 73,77 43,82 63,59 76,40 62,30
50 50,56 73,77 43,82 63,59 76,40 62,30

0 56,13 70,08 69,89 67,02 65,89 66,16

la classe des pixels est recalculée dès que la valeur de probabilité de la 2ème meilleure
classe est inférieure de moins de 5% à celle de la classe la plus probable.
Les résultats de segmentation sont cependant moins bons que lorsque seule la classe la
plus probable est utilisée. On peut en déduire que la classe proposée par la méthode est
assez fiable et que, résultant de la fusion de plusieurs classifieurs, elle ne peut être surclas-
sée (de manière globale) par le résultat d’un seul classifieur.
La figure 4.10 présente quelques résultats de segmentation obtenus avec cette méthode.
Les pixels modifiés par cette méthode par rapport à la méthode utilisant la meilleure classe
seule se situent principalement aux frontières des classes ou dans le stroma inflammatoire
(cf. figure 4.11).

4.2.5 Classifieur retenu

Nous avons étudié, dans les paragraphes précédents, plusieurs méthodes pour obtenir
un classifieur :

– Approche 1 : une approche globale déterminant le meilleur classifieur multiclasse
global (cf. page 117),

– Approche 2 : une approche par combinaison, par vote majoritaire, de classifieurs
binaires (cf. page 120),

– Approche 3 : une approche globale se servant des 9 meilleurs classifieurs multi-
classes globaux (cf. page 122),

– Approche 4 : une approche par combinaison, par vote majoritaire, des 3 meilleurs
classifieurs binaires pour chaque paire de classe (cf. page 122),

– Approche 5 : une approche intégrant la deuxième classe la plus probable proposée
par la méthode (cf. page 125).
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a) b) c)

d) e) f)

g) h) i)

j) k) l)

FIG. 4.10 – 1ère colonne : images de la base de test No3. 2ème colonne : « références or ».
3ème colonne : résultats de segmentation avec la combinaison par vote majoritaire des
meilleurs classifieurs binaires et l’exploitation de la deuxième classe proposée par la mé-
thode. 1ère ligne : bonne classification de l’épithélium, du fond et du stroma cellulaire,
mais le stroma lâche est confondu avec du stroma cellulaire (80,34% de pixels correc-
tement classés). 2ème ligne : bonne classification de l’épithélium et du fond, mais confu-
sion stroma lâche/stroma cellulaire et stroma inflammatoire/stroma cellulaire (65,35% de
pixels correctement classés). 3ème ligne : échec de la classification : le stroma lâche et
l’épithélium sont confondus avec du stroma cellulaire ; le fond est bien segmenté (21,96%
de pixels correctement classés). 4ème ligne : échec de la classification : confusion stroma
lâche/stroma cellulaire et épihélium/stroma cellulaire ; le stroma inflammatoire n’est pas
intégralement détecté (37,90% de pixels correctement classés).
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a) b)

c) d)

FIG. 4.11 – a) Résultats obtenus avec la méthode par combinaison, par vote majoritaire
pondéré, des meilleurs classificateurs binaires. b) Résultats obtenus avec la méthode par
combinaison, par vote majoritaire, des meilleurs classificateurs binaires et exploitation de
la deuxième classe proposée par la méthode. c) Pixels de l’image b améliorés par rapport
à l’image a d) Pixels de l’image b détériorés par rapport à l’image a.
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Leurs caractéristiques, en terme de taux de classification et de temps de calcul, sont
résumées dans le tableau 4.10.

TAB. 4.10 – Caractéristiques principales des classifieurs pré-sélectionnés.

% pixels Temps de
Remarques

bien classés calcul (min)

Approche 1 67,33 3

- Taux de classification correct.
- Stroma lâche et stroma cellulaire moyenne-
ment détectés.
- Stroma inflammatoire non détecté.

Approche 2 66,16 10
- Taux de classification correct.
- Stroma lâche moyennement détecté.

Approche 3 71,30 25

- Assez bon taux de classification.
- Stroma inflammatoire non détecté.
- Stroma cellulaire peu détecté.
- Très long

Approche 4 70,95 33
- Assez bon taux de classification.
- Stroma inflammatoire moyennement détecté.
- Très long

Approche 5 63,55 11
- Taux de classification correct.
- Stroma lâche et stroma inflammatoire moyen-
nement détectés.

Au vu de ces différents points nous avons choisi de conserver le classifieur par com-
binaison, par vote majoritaire, de classifieurs binaires (approche 2). Il possède, certes, un
moins bon taux de classification que les classifieurs globaux (approches 1 et 3) et que le
classifieur utilisant la combinaison des 3 meilleurs classifieurs pour chaque paire de classe
(approche 4), mais en revanche, il classifie correctement tous les compartiments, y com-
pris celui du stroma inflammatoire, avec un temps de calcul moyen, par rapport aux autres
approches.

Nous allons maintenant étudier de plus près les caractéristiques de ce classifieur.
La table 4.11 présente sa matrice de confusion.

De cette matrice de confusion, nous pouvons tirer plusieurs enseignements :
– La détection du stroma lâche est moyennement bonne (56,1% des pixels sont bien

détectés) et moyennement précise10 à 59,3%.
– La détection du stroma cellulaire est assez bonne (70% des pixels sont bien détec-

tés), mais est peu précise à 45%.
– La détection du stroma inflammatoire est assez bonne (69,9% des pixels sont bien

détectés) et précise à 83%.

10La précision d’un classifieur est donnée par le rapport entre le nombre de pixels correctement attribués
à une classe i et le nombre total de pixels attribués à la classe i.
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TAB. 4.11 – Matrice de confusion du classifieur « combinaison par vote majoritaire pon-
déré des meilleurs classifieurs binaires ». La première colonne donne le compartiment à
trouver. La première ligne présente le compartiment effectivement trouvé.

Stroma Stroma Stroma
Épithélium Fond

lâche cellulaire inflammatoire
Stroma lâche 56,13 40,52 2,06 0,70 0,58

Stroma cellulaire 23,14 70,08 5,43 1,31 0,04
Stroma inflammatoire 1,06 22,50 69,89 6,54 0,02

Épithélium 5,74 21,22 5,97 67,02 0,05
Fond 8,64 1,37 0,73 23,37 65,89

Précision 59,27 45,01 83,11 67,73 98,96

– La détection de l’épithélium est assez bonne (67% des pixels sont bien détectés) et
assez précise à 67,7%.

– La détection du fond est satisfaisante (65,9% des pixels sont bien détectés) et très
précise à 99%.

On peut ainsi remarquer que le stroma lâche est parfois confondu avec le stroma cellulaire
(cf. figure 4.7c et 4.7i). Ceci n’est pas choquant car, souvent, la frontière entre le stroma
lâche et le stroma cellulaire est un continuum dont il est difficile de préciser la limite
exacte.
L’épithélium peut être confondu avec le stroma cellulaire (cf. figure 4.7i) et le stroma in-
flammatoire. Ce sont, morphologiquement parlant, les deux compartiments les plus proches.
Ceci est contrebalancé par la précision du classifieur.

Nous avons déterminé un classifieur qui nous permet d’obtenir une bonne segmenta-
tion des images d’une base de test limitée. Nous allons maintenant mettre ce classifieur à
l’épreuve du traitement de lames virtuelles complètes.

4.3 Résultats de la segmentation des lames virtuelles

La segmentation est réalisée en deux étapes : la segmentation, à basse résolution, des
grandes zones de fond et la segmentation multiéchelle des compartiments. La segmenta-
tion des grandes zones de fond permet de les éliminer de l’analyse ultérieure et de gagner,
ainsi, en temps de calcul.
Le temps moyen de segmentation pour une lame virtuelle complète est d’environ 50
heures, lorsque le calcul est lancé sur un seul processeur d’un PC muni d’un quadripro-
cesseur Xeon 3GHz.
Nous allons présenter les résultats de la segmentation des grandes zones de fond, puis nous
présenterons les résultats de segmentation des lames virtuelles. Pour valider ces résultats,
nous avons retenu deux mesures, par référence à la mesure stéréologique de point coun-
ting : la comparaison point à point des étiquettes trouvées et la comparaison globale des
proportions des différents compartiments.
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Nous nous attarderons particulièrement sur trois cas particuliers illustrant bien le fonction-
nement de la méthode.

4.3.1 Segmentation du fond

La segmentation du fond donne des résultats satisfaisants. La figure 4.12 présente le
résultat de segmentation du fond sur deux images. Dans l’image de gauche, l’histogramme
est modélisé comme la somme de 3 gaussiennes. L’histogramme de l’image de droite est
modélisé comme la somme de 2 gaussiennes.
L’étape la plus coûteuse en temps de calcul de cette segmentation du fond est la décima-
tion 6 fois de la lame virtuelle originale. Elle peut prendre de quelques minutes à quelques
dizaines de minutes selon la machine utilisée. Le temps de calcul des autres étapes est
faible : quelques secondes.

Pour segmenter une lame virtuelle, nous avons vu que nous avions choisi de la décou-
per en imagettes de taille 2048x2048 qui sont analysées indépendamment. Avant de lancer
l’analyse HMT décrite précédemment, le territoire correspondant à chaque imagette dans
l’image de segmentation de fond est analysé. S’il est composé de plus de 98% de fond11,
l’imagette est déclarée comme appartenant entièrement à la classe fond. Sinon, l’analyse
HMT est effectuée.
Cette procédure permet d’éliminer de l’analyse à haute résolution de 10% à 40% de
l’image, selon le cas étudié.

4.3.2 Comparaison globale des proportions de stroma

Une « référence or » des proportions des différents compartiments a été estimée sur 10
lames virtuelles par la méthode stéréologique. Nous allons ici présenter la comparaison
entre ces proportions globales et celles calculées par la méthode SEGRIT.
Tout d’abord, la première étape était de réussir à séparer le stroma de l’épithélium. Nous
allons comparer les proportions de stroma (quel que soit le type) et d’épithélium détec-
tées par SEGRIT aux proportions de la « référence or ». Ces proportions figurent dans
le tableau 4.12 et sont présentées graphiquement dans la figure 4.13. Le compartiment
« autres » regroupe tout ce qui n’est ni du stroma ni de l’épithélium ; c’est à dire que la
méthode SEGRIT y placera le fond, alors que l’expert y a placé le fond, mais également
toutes les structures que nous avons exclues de l’analyse (globules rouges, vaisseaux san-
guins, mucus, artefacts de préparation, etc.).

Visuellement, nous avons pu constater que la quasi-totalité des points du fond étaient
étiquetés « autres » par SEGRIT et que la proportion moyenne des lames couverte par des
compartiments non recherchés était d’environ 12,5%. Ces compartiments non recherchés
ont été classés par SEGRIT dans d’autres classes (souvent en stroma lâche), ce qui vient
perturber la mesure. Ainsi, on peut voir sur la figure 4.13 que les proportions de stroma
sont surévaluées par rapport à l’épithélium, particulièrement pour les lames 26, 38 et 40.

11Cette valeur, déterminée empiriquement, constitue un compromis entre le souci de ne pas prendre en
compte la détection de petits artefacts présents sur la lame (poussières, débris, etc.) et le souhait d’obtenir
une segmentation convenable des bords du tissu.
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a) b)

c) d)

e) f)

g) h)

FIG. 4.12 – Résultats de la segmentation du fond. 1ière ligne : Image originale décimée 6
fois. 2ème ligne : Histogrammes correspondants. 3ème ligne : Résultats de la classification
des pixels en fonction de la vraisemblance d’appartenir à : l’une des 3 gaussiennes (image
c : fond en noir, tissu en gris ou en blanc) ou à l’une des 2 gaussiennes (image d : fond en
noir, tissu en blanc). 4ème ligne : Le tissu détecté.
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TAB. 4.12 – Proportions de stroma, d’épithélium et des autres structures évaluées par stéréologie et déterminées automatiquement.

Image Stroma-Stéréo Stroma-
∆

Épi-Stéréo Épi-
∆

Autres-Stéréo Autres-
∆

traitée ± erreur SEGRIT ± erreur SEGRIT ± erreur SEGRIT
06 30,42 ± 0,14 34,18 3,77 35,00 ± 0,12 41,85 6,84 34,58 ± 0,12 23,97 10,61
16 30,21 ± 0,13 56,03 25,82 50,12 ± 0,07 32,61 17,52 19,67 ± 0,22 11,37 8,30
26 25,10 ± 0,19 61,54 36,44 33,18 ± 0,13 13,28 19,90 41,72 ± 0,10 25,19 16,54
38 31,83 ± 0,22 74,78 42,95 40,83 ± 0,16 22,19 18,63 27,34 ± 0,26 3,02 24,32
40 35,98 ± 0,32 79,94 43,96 47,66 ± 0,20 12,22 35,45 16,36 ± 0,80 7,84 8,52
45 40,42 ± 0,16 58,70 18,28 48,28 ± 0,13 36,34 11,94 11,30 ± 0,76 4,97 6,34
46 36,36 ± 0,17 59,49 23,13 45,92 ± 0,12 33,78 12,15 17,71 ± 0,40 6,73 10,98
47 49,32 ± 0,09 54,77 5,45 16,83 ± 0,33 22,20 5,37 33,85 ± 0,15 23,02 10,82
53 14,94 ± 0,60 15,40 0,47 80,74 ± 0,05 82,19 1,46 4,33 ± 2,20 2,41 1,92

158 42,76 ± 0,08 54,70 11,93 24,34 ± 0,16 24,01 0,33 32,89 ± 0,11 21,29 11,60
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a)

b)

FIG. 4.13 – Proportions de stroma, d’épithélium et des autres structures a) évaluées par
stéréologie interactive, b) déterminées par SEGRIT.

Étudions maintenant les proportions globales de chaque compartiment. Le tableau 4.13
présente ces proportions estimées par la méthode stéréologique et calculées par SEGRIT.
La figure 4.14 résume graphiquement ces informations.

a)

b)

FIG. 4.14 – Proportions des différents compartiments a) évaluées par stéréologie, b) déter-
minées par SEGRIT.

Dans beaucoup d’images, le nombre de points tests dans chaque compartiment étant
faible, l’erreur de mesure est assez importante. On peut néanmoins constater que les dé-
tections varient selon les lames. Ainsi, le stroma lâche est parfois surestimé (image 26
ou 40), alors que sur d’autres lames, le stroma inflammatoire est sous-évalué (image 38
ou 53) ou que le stroma cellulaire est surestimé (image 38 ou 46). Outre le problème du
compartiment « autres » déjà évoqué, il convient d’expliquer ces erreurs de la méthode.
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TAB. 4.13 – Comparaison entre les proportions de stroma de référence et celles déterminées automatiquement.

No Stroma lâche Stroma inflammatoire Stroma cellulaire Épithélium Autre
Stéréo SEGRIT ∆ Stéréo SEGRIT ∆ Stéréo SEGRIT ∆ Stéréo SEGRIT ∆ Stéréo SEGRIT ∆

06 13,62 ± 0,36 12,08 1,54 0,28 ± 24,15 0,70 0,42 16,51 ± 0,29 21,40 4,89 35,00 ± 0,12 41,85 6,84 34,58 ± 0,12 23,97 10,61
16 3,60 ± 1,42 28,52 24,92 0,43 ± 14,71 0,16 0,28 26,18 ± 0,16 27,35 1,17 50,12 ± 0,07 32,61 17,52 19,67 ± 0,22 11,37 8,30
26 5,49 ± 1,02 46,45 40,96 0,00 ± 0,00 0,14 0,14 19,60 ± 0,25 14,95 4,66 33,18 ± 0,13 13,28 19,90 41,72 ± 0,10 25,19 16,54
38 1,98 ± 4,73 18,01 16,04 23,38 ± 0,31 8,79 14,59 6,47 ± 1,32 47,98 41,50 40,83 ± 0,16 22,19 18,63 27,34 ± 0,26 3,02 24,32
40 6,07 ± 2,43 46,45 40,38 3,27 ± 5,28 0,81 2,46 26,64 ± 0,46 32,68 6,05 47,66 ± 0,20 12,22 35,45 16,36 ± 0,80 7,84 8,52
45 17,43 ± 0,48 43,87 26,44 1,53 ± 7,28 0,01 1,53 21,46 ± 0,35 14,82 6,64 48,28 ± 0,13 36,34 11,94 11,30 ± 0,76 4,97 6,34
46 3,13 ± 2,60 6,37 3,24 9,56 ± 0,82 1,15 8,41 23,67 ± 0,29 51,97 28,30 45,92 ± 0,12 33,78 12,15 17,71 ± 0,40 6,73 10,98
47 1,55 ± 4,45 16,78 15,23 1,16 ± 5,94 1,63 0,47 46,62 ± 0,10 36,37 10,25 16,83 ± 0,33 22,20 5,37 33,85 ± 0,15 23,02 10,82
53 0,00 ± 0,00 0,95 0,95 12,34 ± 0,74 0,00 12,34 2,60 ± 3,94 14,45 11,85 80,74 ± 0,05 82,19 1,46 4,33 ± 2,20 2,41 1,92
158 12,15 ± 0,34 36,78 24,63 10,17 ± 0,41 5,74 4,44 20,45 ± 0,19 12,18 8,27 24,34 ± 0,16 24,01 0,33 32,89 ± 0,11 21,29 11,60
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Nous allons pour cela comparer la classe déterminée pour chaque point test par les deux
approches.

4.3.3 Comparaison point à point

Nous allons ici étudier la proportion de points tests de stéréologie qui ont été cor-
rectement segmentés par la méthode. Le tableau 4.14 présente les résultats pour les 10
images expertisées. Le tableau 4.15 donne la matrice de confusion de la méthode sur les
10 images.

TAB. 4.14 – Proportion de points de classe identique sur l’image de référence et sur
l’image calculée (un / signifie que la classe n’est pas présente dans la référence or ob-
tenue par stéréologie).

Image Stroma Stroma Stroma
Épithélium Total

traitée lâche cellulaire inflammatoire
06 54,40 76,79 0.00 93,84 81,00
16 91,38 39,81 14,29 57,18 52,82
26 72,97 51,75 / 29,71 41,19
38 9,09 77,78 25,38 52,42 44,80
40 100 52,63 0.00 19,61 35,20
45 96,74 20,54 0.00 71,43 62,93
46 40.00 70,86 3,28 64,16 58,10
47 56,25 68,25 0.00 67,82 66,67
53 / 66,67 0.00 93,03 80,77

158 67,21 32,60 29,85 72,61 52,96

moyenne 68,79 52,50 19,71 65,36 58,58

TAB. 4.15 – Matrice de confusion de la méthode. La première colonne donne le comparti-
ment déterminé par stéréologie. La première ligne présente le compartiment effectivement
trouvé par SEGRIT.

Stroma Stroma Stroma
Épithélium Autres

lâche cellulaire inflammatoire
Stroma lâche 68,79 11,93 0,55 8,32 10,40

Stroma cellulaire 34,86 52,50 1,47 10,89 0,28
Stroma inflammatoire 25,67 41,07 19,71 12,94 0,62

Épithélium 14,56 18,69 0,88 65,36 0,52
Autres 25,57 6,10 0,62 12,79 54,92

Précision 40,60 40,30 84,86 59,26 82,30

Nous pouvons observer que, en moyenne, 58,58% des points sont correctement seg-
mentés. Les résultats s’échelonnent de 35,2% à 81%. Les points de stroma lâche et d’épi-
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thélium sont segmentés correctement dans environ 65% des cas, ceux de stroma cellulaire
dans 52.5% des cas, alors que seuls 20% des points de stroma inflammatoire sont bien
classés.
La matrice de confusion de la méthode nous apprend que le stroma lâche et le stroma cel-
lulaire sont surévalués alors que, au contraire, le stroma inflammatoire est sous-évalué. En
revanche, pour ce dernier, la méthode est spécifique12.

SEGRIT commet des erreurs. Nous allons présenter ces erreurs dans le paragraphe
suivant et essayer de les expliquer à travers des exemples présents sur trois lames virtuelles.

4.4 Interprétation des résultats

Nous allons étudier plus précisément trois lames virtuelles correspondant à trois cas de
segmentation différents : un bon résultat de segmentation (lame 06), un mauvais résultat
(lame 40) et un résultat intermédiaire (lame 158). La figure 4.15 rappelle pour ces trois cas
les proportions estimées et calculées des différents compartiments.

FIG. 4.15 – Proportions des différents compartiments pour 3 images.

4.4.1 Cas d’une bonne segmentation

Nous allons regarder le cas de la lame 06 (cf. figure 4.16).

a) b)

FIG. 4.16 – Résultats de segmentation de la lame virtuelle No06.

12La spécificité est, en statistique, la capacité d’un test à donner un résultat négatif lorsque la condition
n’est pas présente.
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Dans ce cas, 81% des points ont été correctement étiquetés. Les proportions de chaque
compartiment déterminées par SEGRIT sont conformes à celles estimées par stéréologie
(cf. figure 4.15). La matrice de confusion (table 4.16) nous apprend que l’épithélium est
très bien détecté, bien qu’il existe quelques confusions épithélium/stroma cellulaire. Elles
ont lieu principalement aux bords des zones (cf. figure 4.17) ou parce que l’épithélium ren-
ferme des cellules au cytoplasme abondant (cf. figure 4.18), ce que nous n’avons pas appris
à reconnaître. En revanche, le stroma lâche n’est que moyennement segmenté à 54,4%. En
examinant les points mal segmentés, on s’aperçoit que ceci est principalement dû au fait
que le stroma lâche présent sur la lame possède une matrice extracellulaire (MEC) colo-
rée13 qui la fait ressembler à celle du stroma cellulaire. Or, un tel type de stroma lâche n’a
pas été appris (cf. figure 4.19). La méthode SEGRIT échoue donc à le classer correcte-
ment. Ceci nous est confirmé par la matrice de confusion qui nous indique que 29,02% du
stroma lâche est identifié comme du stroma cellulaire.
Le stroma inflammatoire étant présent en très petite quantité (4 points tests), la grille de
stéréologie employée n’est pas suffisamment fine pour pouvoir en faire une estimation
fiable. Nous ne commenterons donc pas les pourcentages donnés pour le stroma inflam-
matoire dans la matrice de confusion.
De nombreux vaisseaux sanguins remplis de globules rouges traversent la lame et ont été
écartés dans la classe « autre » par l’expert.

TAB. 4.16 – Matrice de confusion de la lame 06. La première colonne donne le comparti-
ment déterminé par stéréologie. La première ligne présente le compartiment effectivement
trouvé par SEGRIT.

Stroma Stroma Stroma
Épithélium Autres

lâche cellulaire inflammatoire
Stroma lâche 54,40 29,02 1,04 11,40 4,15
Stroma cell 9,28 76,79 2,11 11,39 0,42

Stroma inflammatoire 0,00 50,00 0,00 50,00 0,00
Épithélium 0,99 4,57 0,60 93,84 0,00

Autres 5,57 4,97 0,99 16,70 71,77

a) b)

FIG. 4.17 – Erreur de segmentation du stroma cellulaire en bord de compartiment.

13du fait d’une mauvaise différenciation de la contre coloration nucléaire à l’hématoxyline.
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FIG. 4.18 – Épithélium dont les cellules ont un cytoplasme abondant.

a) b) c)

FIG. 4.19 – a) Stroma lâche issu de la base d’apprentissage. b) Stroma lâche mal classé
par SEGRIT. c) Stroma cellulaire issu de la base d’apprentissage.

4.4.2 Cas d’une mauvaise segmentation

Nous allons étudier le cas de la lame 40 (cf. figure 4.20).

a) b)

FIG. 4.20 – Résultats de segmentation de la zone d’intérêt de la lame virtuelle No40.

Dans ce cas, seuls 35,2% des points ont été correctement étiquetés. Le stroma lâche
a été surestimé (+40%) alors que l’épithélium a été sous estimé (-20%) (cf. figure 4.15).
Ceci nous est confirmé par la matrice de confusion (table 4.17). Tout le stroma lâche a été
détecté, mais entre 30% et 70% des autres compartiments ont été attribués à tort au stroma
lâche. De plus, moins de 20% de l’épithélium a été correctement segmenté. Les raisons de
ces confusions sont dues à un problème d’apprentissage des classes. En effet, une partie de
l’épithélium présent sur cette lame est coloré différemment de celui que nous avons appris
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à reconnaître : le nucléoplasme apparaît d’un bleu très clair et les cellules en prolifération
d’un brun très clair également. Il y a également plus de cytoplasme cellulaire que dans
les cas que nous avons appris (cf. figure 4.21). Il va être classé en stroma lâche ou en
stroma cellulaire. L’épithélium couvrant près de la moitié de la zone étudiée, sa mauvaise
détection explique en partie le mauvais résultat global sur cette image.
Concernant l’abondance de stroma lâche déterminée par SEGRIT, on peut noter qu’il y
a beaucoup de mucus et de nécrose sur cette lame. Ces compartiments ont été étiquetés
comme « autres » par l’expert, mais classés en stroma lâche par SEGRIT14 (cf. figure 4.22).
Lorsque cette nécrose se situe dans du stroma inflammatoire, SEGRIT a tendance à classer
ce stroma en stroma lâche. Enfin, lorsque la MEC est très présente au sein du stroma
fibreux, SEGRIT classe également ce stroma en stroma lâche.

TAB. 4.17 – Matrice de confusion de la lame 40. La première colonne donne le comparti-
ment déterminé par stéréologie. La première ligne présente le compartiment effectivement
trouvé par SEGRIT.

Stroma Stroma Stroma
Épithélium Autres

lâche cellulaire inflammatoire
Stroma lâche 100,00 0,00 0,00 0,00 0,00

Stroma cellulaire 43,86 52,63 1,75 1,75 0,00
Stroma inflammatoire 71,43 28,57 0,00 0,00 0,00

Épithélium 40,20 39,22 0,00 19,61 0,98
Autres 48,57 14,29 0,00 8,57 28,57

a) b) c)

FIG. 4.21 – Problèmes de segmentation de l’épithélium : a) et b) Épithélium issus de la
base d’apprentissage. c) Épithélium mal classé par SEGRIT.

4.4.3 Cas d’une segmentation de qualité moyenne

Nous allons étudier le cas de la lame 158 (cf. figure 4.23).

Dans ce cas, 52,96% des points ont été correctement étiquetés. Le stroma lâche a été
surestimé (+25%) alors que le stroma cellulaire a été sous-estimé (-10%) (cf. figure 4.15)

14Ce comportement se retrouve sur les autres lames : la nécrose et le mucus sont classés par SEGRIT en
stroma lâche.
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a) b)

FIG. 4.22 – Problème de segmentation du mucus : a) Mucus. b) Classement en stroma
lâche du mucus par SEGRIT.

a) b)

FIG. 4.23 – Résultats de segmentation de la lame virtuelle No158.

La proportion d’épithélium est, quant à elle, correctement évaluée.
Pour cette lame, on retrouve des problèmes déjà évoqués : coloration de l’épithélium peu
intense (cf. figure 4.24 a), abondance de MEC dans le stroma cellulaire ou le stroma fi-
breux (cf. figure 4.24 b) qui, dans ce cas, sont étiquetés comme du stroma lâche, ou bien
présence importante de nécrose au sein du stroma inflammatoire. Ces problèmes contri-
buent à la surestimation du stroma lâche et à la sous-estimation du stroma cellulaire.
Il est également à noter qu’une part non négligeable du stroma lâche, lorsque la MEC est
très lâche, est étiqueté comme du fond (cf. figure 4.26).
Cette lame illustre également la difficulté à parfois détecter certaines zones de petite taille
(cf. figure 4.25). Ceci est lié à l’utilisation d’une segmentation multirésolution : la décision
pour les pixels de la zone peut être prise sur une image décimée, où la zone, si elle est de
petite taille, n’apparaît plus.

4.4.4 Synthèse de l’interprétation des résultats

Le travail présenté a permis de mettre au point une méthodologie pour segmenter des
images complexes. Nous avons vu que la méthode SEGRIT pouvait être prise en défaut
pour plusieurs raisons :

– Du fait de l’utilisation d’une segmentation multirésolution où chaque plan image est
décimé par rapport au précédent, si les résolutions les plus hautes ne sont pas utili-
sées, les limites des classes peuvent ne pas être correctement localisée, à quelques
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TAB. 4.18 – Matrice de confusion de la lame 158. La première colonne donne le comparti-
ment déterminé par stéréologie. La première ligne présente le compartiment effectivement
trouvé par SEGRIT.

Stroma Stroma Stroma
Épithélium Autres

lâche cellulaire inflammatoire
Stroma lâche 67,21 0,41 0,82 11,07 20,49

Stroma cellulaire 55,15 32,60 3,19 8,58 0,49
Stroma inflammatoire 47,76 15,42 29,85 6,47 1,00

Épithélium 14,52 8,30 4,15 72,61 0,41
Autres 28,81 3,20 1,07 12,20 54,73

a) b)

FIG. 4.24 – a) Coloration de l’épithélium peu intense. b) Abondance de MEC dans le
stroma fibreux.

a) b)

FIG. 4.25 – a) Zone de fond de petite taille. b) Zone non détectée par SEGRIT.
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a) b)

FIG. 4.26 – a) Zone de stroma lâche avec une densité optique de MEC très faible ou une
MEC peu visible. b) Les zones de MEC peu visibles sont étiquetées comme du fond par
SEGRIT.

pixels près15. Ceci explique pourquoi des petites zones ne sont pas détectées (cf.
figure 4.25) ou pourquoi des points tests en bord de compartiment sont parfois mal
étiquetés (cf. figure 4.17).

– Pour des raisons de simplicité, nous avons fait le choix d’ignorer certaines struc-
tures ou compartiments (vaisseaux sanguins, mucus, etc.). Ces compartiments non
reconnus viennent cependant perturber la mesure, puisque leur proportion n’est pas
négligeable (en moyenne environ 12,5% de la surface du tissu) et qu’ils sont majo-
ritairement classés en stroma lâche, ce qui contribue à la surestimation de ce com-
partiment.

– Enfin, parmi les compartiments appris par la méthode, il existe des morphologies
non apprises. C’est le cas lorsque l’on rencontre un stroma lâche avec une densité
de noyaux importante, ou lorsque l’on est en présence d’un stroma cellulaire avec
beaucoup de matrice extracellulaire ou que la matrice extracellulaire est colorée par
l’hématoxyline (cf. figure 4.19). En ce qui concerne l’épithélium, nous avons vu que
nous l’avons appris principalement sur des massifs pour lesquels la coloration était
assez intense (cf. figure 4.21). Lorsque ce n’est pas le cas, la segmentation échoue.
Il existe un autre type d’épithélium que l’on rencontre dans les cas mucineux (par
exemple la lame 47 et la lame 26). Nous sommes alors en présence de cellules épi-
théliales à mucus (cf. figure 4.27). Cette morphologie est particulièrement difficile
à segmenter, principalement lorsque l’incidence de coupe n’est pas favorable16. La
zone de mucus est alors souvent considérée, à tort, comme du stroma lâche par SE-
GRIT.

Malgré ces défauts, les simplifications concernant le nombre de classes à distinguer ont
cependant permis d’aboutir à un résultat prometteur. L’analyse des erreurs va permettre de
mieux appréhender la phase de constitution des bases d’apprentissage.

15Plus la décision aura été prise à un niveau de décimation élevé, donc à une résolution basse, plus la
frontière aura de chance d’être mal localisée.

16C’est-à-dire lorsque le noyau de la cellule n’apparaît pas sur la section et que seul le cytoplasme, chargé
de mucus, est visible, cf. figure 4.27 c).
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a) b) c)

FIG. 4.27 – a) Schéma d’une cellule épithéliale à mucus. b) et c) Zones d’épithélium avec
cellules épithéliales à mucus selon différentes incidences de coupe.





CONCLUSION ET PERSPECTIVES

Nous avons développé dans cette thèse un cadre général de segmentation afin de sé-
parer les différents types de compartiments stromaux présents sur une lame virtuelle de
carcinome ovarien. Nous nous sommes orientés vers une méthode de segmentation multi-
résolution basée texture associée à un découpage adapté de la lame virtuelle.

Bilan

Dans la première partie de ce document, nous avons précisé le contexte médical dans
lequel ce travail s’insérait. Nous avons ensuite mis en avant les « objets du domaine »
présents sur les images à analyser. Pour conclure ce premier chapitre, nous avons exposé
les problèmes liés à l’utilisation des lames virtuelles et proposé une revue bibliographique
des méthodes de traitement d’images qui leur sont appliquées. Nous en avons tiré plu-
sieurs axes de travail : réaliser une segmentation multirésolution et nous orienter vers une
approche basée sur la texture. À cette fin, nous avons réalisé dans le deuxième chapitre
un état de l’art sur les différentes manières de représenter une image et sur l’analyse de
texture. Nous avons ensuite présenté en détail une méthode de segmentation multirésolu-
tion basée sur une modélisation de la distribution des coefficients issus de la transformée
en ondelettes grâce à un modèle d’arbre de Markov caché. Nous avons enfin proposé une
revue des différentes méthodes de combinaison de classifieurs. Dans le troisième chapitre,
nous avons décrit la stratégie mise au point pour segmenter les différents types de com-
partiments stromaux sur les lames virtuelles. Après avoir détaillé les conditions d’acquisi-
tion, et les travaux préliminaires menés, nous avons décrit la façon dont nous allions gérer
les problèmes posés par les lames virtuelles. Nous avons ensuite présenté l’architecture
du système proposé. Notre stratégie est multirésolution. Nous éliminons tout d’abord les
grandes zones de fond à basse résolution. Nous proposons ensuite, pour calculer les cartes
de probabilité d’appartenance aux classes, d’utiliser comme classifieur une méthode basée
sur un modèle d’arbre de Markov caché. Cette méthode admet plusieurs hyperparamètres
qui seront à déterminer. Pour cela, deux types d’approches sont possibles : une approche
multiclasse globale ou une approche par combinaison de classifieurs binaires. Nous ex-
pliquons précisément ces deux types de méthodes. Nous détaillons enfin un protocole
d’évaluation et de comparaison des résultats basé sur la Stéréologie. Le dernier chapitre
concerne l’application de notre méthode aux lames virtuelles. Nous avons développé les
conditions d’expérimentation puis exposé les résultats de détermination des hyperpara-
mètres sur des images de test. Ces résultats nous ont conduits à choisir une approche par
combinaison, par vote majoritaire pondéré, de classifieurs binaires. La méthode a ensuite
été appliquée à la segmentation de lames virtuelles réelles. Les résultats de segmentation
sont présentés, comparés à une « référence or » et discutés.
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Notons tout d’abord qu’il s’agit d’une première démarche exploratoire qui visait essen-
tiellement à mettre en place un cadre de travail. Par rapport à la référence or, environ 60%
des pixels correspondant aux différents compartiments stromaux et aux cordons carcino-
mateux ont été correctement segmentés. Ce pourcentage peut paraître insuffisant, mais est
à apprécier par rapport à la difficulté, pour un expert, à identifier parfois très précisément
un compartiment, notamment lorsque la frontière entre 2 compartiments est un continuum.
Il est également à noter que les lames virtuelles testées sont « du tout venant » issues de
la routine de laboratoire. Elles correspondent en outre à plusieurs types histologiques et
plusieurs degrés de différenciation de carcinomes ovariens. Ceci était un choix fait dès le
départ afin de ne pas biaiser/favoriser l’analyse avec des cas idéaux. Malgré cela, nous
obtenons pour certains types d’images des résultats très prometteurs, mais avec un temps
de calcul trop important pour pouvoir être appliqué directement en clinique.

Perspectives

Notre travail s’ouvre sur plusieurs perspectives. Nous citons quelques pistes pour com-
pléter et améliorer notre méthode de segmentation sur plusieurs points : l’apprentissage
des classes, l’implémentation et enfin les combinaisons possibles avec d’autres approches.

Apprentissage

Nous avons vu dans le paragraphe 4.4.4 que le principal défaut de la méthode était
que des classes inconnues ou des morphologies de compartiments stromaux différentes de
celles apprises venaient perturber le résultat. C’est le problème classique des méthodes par
apprentissage lorsque celui-ci est incomplet. Afin d’améliorer cet apprentissage, deux so-
lutions sont possibles : augmenter le nombre de classes et/ou essayer d’obtenir des images
d’apprentissage plus représentatives.
Si on augmente le nombre de classes (en ajoutant par exemple une nouvelle classe d’épi-
thélium peu coloré, une nouvelle classe de stroma cellulaire avec beaucoup de matrice
extracellulaire, etc.), le nombre de classifieurs binaires va augmenter : de 10 classifieurs
actuellement pour 5 classes, on passera à 15 pour 6 classes, 21 pour 7 classes, 28 pour 8
classes, etc. Le temps de calcul augmentera proportionnellement au nombre de classifieurs
binaires. Afin de limiter le nombre de classes intervenant dans le calcul, il est possible de
limiter l’étude aux images dont le type histologique est identique à ceux des images d’ap-
prentissage. Il est également possible d’inclure des informations a priori données par le
pathologiste : par exemple, la recherche des cellules épithéliales à mucus n’est utile que
dans le cas des tumeurs mucineuses.
L’autre solution est d’améliorer la représentativité de nos bases d’apprentissage. Une so-
lution développée au GRECAN consiste à se servir du pointage stéréologique effectué par
l’expert. Il suffit d’extraire autour de chaque point test une zone. Chaque zone est étiquetée
avec la classe du point test si elle est pure (si elle ne contient que la classe en question), elle
est écartée de l’analyse sinon. Pour chaque classe, les zones peuvent ensuite être regrou-
pées (« clusterisées ») afin de déterminer l’ensemble des morphologies présentes et ainsi
inclure un représentant de chacune dans la base d’apprentissage ou bien pour créer une
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nouvelle classe d’apprentissage si les différences entre les groupes sont trop importantes.

Implémentation

Nous avons plusieurs propositions pour améliorer notre méthode et son temps de cal-
cul, notamment les hyperparamètres.
Nous avons vu que la méthode admettait comme hyperparamètres la composante couleur
sur laquelle portait la transformée en ondelettes, la base et l’ordre des ondelettes utilisées
ainsi que le nombre de niveaux de résolution utilisés. Il nous semble difficile de pouvoir
augmenter ce dernier du fait de la difficulté à pouvoir trouver des images d’apprentissage
pures de taille suffisamment grande. En revanche, nous pouvons agir sur les autres hyper-
paramètres.
Nous avons essayé d’utiliser les composantes couleur les plus couramment employées. Ce-
pendant, faute d’avoir pu obtenir les matrices de passage entre le système RVB du système
d’acquisition et un système normalisé, nous n’avons pas utilisé les modèles luminance-
chrominance L*a*b* et L*u*v*, alors que ce sont les systèmes qui se rapprochent le plus
de la vision humaine. Il pourrait être intéressant de les tester. Il est toutefois à noter que
ces modèles sont coûteux en temps de calcul.
Concernant les bases d’ondelettes, nous avons également essayé d’employer les plus cou-
ramment répertoriées dans la littérature. Il existe cependant d’autres bases que nous pour-
rions tester. Nous nous sommes également limités aux ondelettes. Il pourrait pourtant être
profitable d’étendre l’investigation au niveau d’autres représentations : frames, ridgelets,
paquets d’ondelettes, bases cosinus, ondelettes analytiques (complexes), etc. Concernant
ces dernières, le modèle HMT y a déjà été adapté [Jalobeanu et al., 2001].
Pour améliorer le temps de calcul de la méthode, nous pourrions la modifier pour rempla-
cer l’algorithme EM. En effet, la convergence de cet algorithme est connue pour être peu
rapide [Biernacki et al., 2003]. De nombreuses méthodes ont été proposées pour l’amélio-
rer (voir dans [Kuroda et Sakakihara, 2006] une revue des méthodes permettant d’accélérer
la convergence de cet algorithme) et il pourrait être utile d’en adapter une pour le modèle
HMT.

Extension

Nous proposons enfin plusieurs pistes afin d’étendre notre méthode.
Au paragraphe 3.3.2.2, nous avons présenté une méthode de segmentation de l’épithélium
à basse résolution. En l’appliquant sur le panel de lames virtuelles à notre disposition,
nous avons trouvé les résultats suivants : l’épithélium a été bien reconnu dans 44,04% des
cas et le stroma, dans son ensemble, a été correctement identifié dans 87,97% des cas.
Nous ne pouvons pas nous servir de la détection du stroma car bien que cette méthode
soit sensible17, elle n’est pas spécifique18. Elle est, de plus, inadaptée au typage des dif-
férents compartiments stromaux. La détection de l’épithélium est peu sensible, mais est

17La sensibilité d’un test statistique est sa capacité à donner un résultat positif lorsque la condition recher-
chée est présente.

18La spécificité d’un test statistique est sa capacité à donner un résultat négatif lorsque la condition re-
cherchée est absente.
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en revanche assez spécifique : l’épithélium effectivement détecté a de forte chances d’en
être réellement. Nous pourrions intégrer cette information à plusieurs niveaux dans notre
méthode.

– Nous pourrions, au même titre que la détection de fond à basse résolution, utiliser
cette détection de l’épithélium pour écarter les zones d’épithélium de l’analyse à
haute résolution. Ceci permettrait de gagner en temps de calcul et d’améliorer, peut-
être, les performances.

– Nous pourrions fusionner les résultats des deux méthodes. Une règle de fusion pour-
rait être la suivante : si de l’épithélium a été détecté à basse résolution et si l’épithé-
lium est l’une des deux premières classes proposée par SEGRIT19, alors le pixel est
étiqueté comme de l’épithélium.

Nous avons proposé un cadre général de segmentation. Nous avons utilisé comme
« descripteur » une modélisation de la distribution des coefficients en ondelettes par un
modèle HMT. La méthode a cependant été conçue de manière générale. Il est ainsi possible
de remplacer le descripteur de manière simple afin de tester d’autres approches permettant
d’améliorer les résultats de segmentation et/ou le temps de calcul. Ainsi, un stagiaire, ac-
tuellement au laboratoire, teste l’utilisation des Local Binary Pattern ([Ojala et al., 1996])
comme descripteur. Les premiers résultats de segmentation sont prometteurs. Nous avons
également commencé à développer une méthode, inspirée de [Varma et Zisserman, 2009]
où les descripteurs sont des patchs. Les résultats préliminaires sont là aussi encourageants.

19On peut également ajouter la condition : si la différence de probabilité entre ces deux classes est infé-
rieure à un seuil
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ANNEXE A

RAPPELS SUR LE MICROSCOPE À

FOND CLAIR

Une fois une lame histologique préparée, elle peut être observée à l’aide d’un disposi-
tif microscopique. Nous allons rappeler brièvement le principe du microscope photonique
à fond clair et les notions importantes qui y sont attachées.
Le microscope photonique est un instrument d’optique muni de deux lentilles conver-
gentes, l’objectif et l’oculaire, qui permettent de grossir l’image d’un objet (notion de
grossissement) tout en préservant les détails (notion de résolution et de pouvoir sépara-
teur).
Si un objet AB est placé à une distance comprise entre une et deux fois la distance fo-
cale O1F1 de l’objectif, il se forme, de l’autre coté de l’objectif, au delà de la distance
focale O1F

′
1, une image A′B′ de l’objet, plus grande que l’objet original. L’oculaire est

positionné de telle manière que cette image soit dans son plan focal. L’image de A′B′, re-
prise par l’oculaire, se forme alors à l’infini. Elle peut, de ce fait, être observée de manière
confortable par l’œil ou reçue par un capteur photographique (cf. figure A.1).
Dans la microscopie à fond clair, l’illumination est obtenue par transmission directe de la
lumière blanche à travers l’échantillon.

FIG. A.1 – Le principe du microscope photonique à fond clair.
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Rappel de quelques notions de base :
– Le grossissement optique est une grandeur sans dimension qui correspond au rapport

de l’angle solide sous lequel est vu l’objet observé à travers l’instrument d’optique,
par rapport à celui sous lequel il est vu à l’œil nu.

– L’ouverture numérique NA (pour Numerical Aperture) a pour définition

NA = n · sin i

où n est l’indice de réfraction du milieu d’observation (1 pour l’air), et i est l’angle
formé entre l’axe optique et le rayon (le plus écarté de l’axe optique) qui entre dans
la lentille (le demi-angle d’ouverture).

– Le pouvoir séparateur d d’un système optique désigne sa capacité à présenter deux
points adjacents comme distincts. Le pouvoir séparateur est défini par

d =
0.61λ

NA

où λ est la longueur d’onde de la source lumineuse utilisée pour l’observation.

– La profondeur de champ ∆z correspond à la zone de l’espace dans laquelle doit se
trouver le sujet à observer pour que l’on puisse en obtenir une image que l’œil (ou
un autre système optique) acceptera comme nette. La relation entre la profondeur de
champ et l’ouverture numérique est donnée par

∆z =
λ

4n

(

1 −
√

1−NA2

n2

)



ANNEXE B

MATRICES DE PASSAGE ENTRE LES

DIFFÉRENTS SYSTÈMES

COLORIMÉTRIQUES
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B.1 La perception des couleurs par le système visuel hu-
main

La vision fait intervenir un système complexe que l’on peut décrire, de façon simpli-
fiée comme constitué des deux yeux et de leur rétine, ainsi que de voies nerveuses reliant
la rétine au cortex cérébral (cf. figure B.1).
L’œil est un système optique permettant de focaliser le stimulus lumineux sur la rétine
photosensible (cf. figure B.2). L’iris tient lieu de diaphragme puisque la taille de son ou-
verture (la pupille) varie en fonction de l’éclairement. Le cristallin fait office de lentille
convergente. La déformation du cristallin permet l’accommodation, c’est-à-dire la forma-
tion d’une image nette sur l’écran formé par la rétine. L’axe visuel relie le centre de la
pupille à la fovéa, la zone la plus sensible de la rétine. La fovéa est entourée d’une zone
appelée la macula. La fovéa contient la plus grande partie des photorécepteurs rétiniens.
Ceux-ci sont de deux sortes : les cônes, cellules sensibles à la couleur, plutôt localisés au
centre de la fovéa, et les bâtonnets, cellules sensibles à l’intensité lumineuse, placés essen-
tiellement en périphérie. L’œil humain possède environ 4 à 7 millions de cônes pour 110
à 125 millions de bâtonnets.
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FIG. B.1 – Voies nerveuses du système vi-
suel humain.

FIG. B.2 – Coupe de l’œil humain.

Les cônes

Les cônes ont une faible sensibilité et interviennent pour la vision photopique (diurne).
L’étude de leur sensibilité spectrale met en évidence trois types de cônes : les S (Short) sen-
sibles aux courtes longueurs d’onde (autour du bleu), les M (Medium) sensibles aux lon-
gueurs d’onde moyennes (autour du vert) et les L (Long) sensibles aux longueurs d’onde
plus élevées (autour du rouge). Ces propriétés seront utilisées dans l’hypothèse de trichro-
mie en colorimétrie. Il y a très peu de cônes S et à peu près autant de cônes L que de cônes
M. La relation entre la réponse des cônes et le stimulus lumineux n’est pas linéaire.

Les bâtonnets

Les bâtonnets ont une sensibilité bien meilleure que les cônes. Ils interviennent lors des
faibles éclairements en vision scotopique (nocturne). Du point de vue de leur sensibilité
spectrale, ils ne se différencient pas les uns des autres et a priori, n’interviennent pas dans
la vision des couleurs.

Les canaux de la vision

De nombreux travaux ont été menés pour tenter de comprendre la vision des couleurs
et de modéliser la réponse des trois types de cônes. On considère de façon schématique
que la vision des couleurs utilise trois canaux [Hering, 1878] :

– le canal achromatique par lequel les cônes M et L transmettraient une réponse ca-
ractérisant l’intensité lumineuse, indépendamment de son caractère chromatique.

– le canal bleu-jaune où les cônes S s’opposent aux cônes M et L. L’action d’un type
de cônes semble inhiber celle des autres.

– le canal vert-rouge où les cônes L s’opposent aux cônes M.

Ces oppositions de couleurs seront exploitées par certains systèmes colorimétriques.
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B.2 Théorie trichromatique

Vers 1850, Grassmann [Grassman, 1853] se basant sur le principe de trivariance vi-
suelle, découverte par Young en 1802 [Young, 1802], propose trois lois.

– La première énonce que trois variables indépendantes sont nécessaires et suffisantes
pour caractériser psychophysiquement une couleur : autrement dit, un stimulus quel-
conque peut être reproduit par un mélange de trois couleurs (appelées primaires)
correctement choisies et mélangées dans des proportions convenables.

– La deuxième loi dit que le résultat d’un mélange additif de lumières colorées ne
dépend que de leur caractérisation psychophysique et non de leur composition spec-
trale : c’est le principe d’additivité de deux couleurs.

– La troisième loi énonce que si les couleurs composant un mélange sont graduelle-
ment modifiées d’un facteur donné, la couleur résultante sera, elle aussi, modifiée
dans la même proportion : c’est le principe de dilatation.

Ces lois sont vérifiées sur une grande part du domaine photopique.
Tout système colorimétrique sera ainsi basé sur trois primaires et sur un blanc de référence
correspondant à un mélange précis des trois primaires. Le choix de ces primaires pourra
être fait pour répondre à des considérations pratiques, mais elles devront être indépen-
dantes, c’est-à-dire qu’aucune d’entre elles ne pourra être reproduite par un mélange des
deux autres.

B.3 Les systèmes colorimétriques

Nous avons vu que, en référence au système visuel humain, la couleur est définie
d’une manière générale par trois composantes qui, suivant les systèmes couleur consi-
dérés, conduisent à quatre grandes familles de représentation [Macaire, 2004] :

– les systèmes de primaires,
– les systèmes luminance-chrominance,
– les systèmes perceptuels,
– les systèmes d’axes indépendants.

Nous allons ici détailler un peu plus précisément certains systèmes et notamment les ma-
trices permettant de passer d’un système à l’autre.

B.3.1 Les systèmes de primaire

B.3.1.1 Les systèmes RVB

Parmi les nombreux systèmes RVB existants, le système CIE RVB est un système
couramment employé. Les primaires utilisées sont des lumières monochromatiques (dont
deux correspondent à des raies du mercure parfaitement reproductibles) :
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– λR = 700nm pour la primaire rouge
– λV = 546,1nm pour la primaire verte
– λB = 435,8nm pour la primaire bleue

Le système RVB est souvent utilisé normalisé : chaque composante est divisée par la
somme des 3 composantes :

Rn = R/(R + V +B)
Vn = V/(R + V +B)
Bn = B/(R + V +B)

(B.1)

L’espace RVB présente cependant quelques inconvénients comme l’existence d’une
partie négative dans les spectres (cf. figure B.3) et, par conséquent, l’impossibilité de re-
produire un certain nombre de couleurs par synthèse additive, ce qui pose problème dès
que l’on désire travailler uniquement en synthèse additive. En outre, le système ne permet
pas de réaliser une séparation entre l’attribut chromatique (chrominance) et l’attribut éner-
gétique (luminance) de la couleur.

FIG. B.3 – Fonctions colorimétriques du
système CIE RVB 1931.

FIG. B.4 – Fonctions colorimétriques du
système CIE XYZ 1931.

B.3.1.2 Le système CIE XYZ

Pour contrer les inconvénients du système RVB, Judd [Judd, 1930] a proposé un nou-
veau système de primaires [X][Y][Z] virtuelles (sans existence physique) répondant au
cahier des charges suivant :

– Les fonctions colorimétriques, x̄, ȳ, z̄ du nouveau système sont positives (cf. fi-
gure B.4).

– L’une des composantes ([Y]) conserve l’information de luminance.
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Le passage entre le système RVB et le système XYZ est représenté par une matrice de
changement de base entre les deux systèmes.





X
Y
Z



 = 5.6508





0.49 0.31 0.2
0.17697 0.82240 0.01063

0 0.01 0.99









R
V
B



 (B.2)

B.3.2 Les systèmes luminance - chrominance

Nous avons vu que, afin de se rapprocher du modèle de vision de l’œil humain, de
nombreux systèmes de représentation de la couleur, dits de luminance - chrominance,
possèdent une composante de luminance permettant de mesurer la luminosité, ainsi que
deux autres composantes de chrominance, suffisantes pour quantifier le caractère chroma-
tique d’un stimulus de couleur.
Parmi ces systèmes, il est possible de distinguer :

– Les systèmes perceptuellement uniformes qui possèdent une métrique permettant de
quantifier une différence de couleur telle qu’elle est perçue par l’homme.

– Les systèmes de télévision qui permettent de séparer l’information de chrominance
de l’information de luminance pour la télévision.

– Les systèmes antagonistes qui cherchent à reproduire le modèle de la théorie des
couleurs opposées de Hering [Hering, 1878].

Nous allons ici détailler les systèmes présentés dans le corps du manuscrit.

B.3.2.1 Les systèmes perceptuellement uniformes

Les systèmes perceptuellement uniformes décrivent fidèlement, au sens de la percep-
tion visuelle humaine, les écarts entre couleurs.

CIE L*u*v*

La CIE a proposé en 1976 deux systèmes perceptuellement uniformes : CIE L*u*v*
et CIE L*a*b* [Commission Internationale de l’Éclairage, 1978]. Les composantes de
chrominance représentent une opposition de couleurs vert-rouge (a∗ et u∗) et de couleurs
bleu-jaune (b∗ et v∗). L’information de luminance est ici portée par la clarté (la réponse de
l’œil à un niveau de luminance) L∗. Dans les formules suivantes,Xn, Yn et Zn représentent
les composantes du blanc de référence dans le système [X][Y][Z].

L’information de luminance est donnée par la relation

L∗ =

{

116 × 3

√

Y
Yn

− 16 si Y
Yn
> 0.008856

903.3 × Y
Yn

sinon
(B.3)

Les composantes de chrominance sont u∗ et v∗.

u∗ = 13L∗ × (u′ − u′n) (B.4)

v∗ = 13L∗ × (v′ − v′n) (B.5)
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avec

u′ =
4X

X + 15Y + 3Z
(B.6)

v′ =
9Y

X + 15Y + 3Z
(B.7)

et u′n et v′n sont les composantes de chrominance respectives de u′ et v′ correspondant au
blanc de référence.

CIE L*a*b*

Ce système est une approximation de l’espace d’Adams-Nickerson fréquemment uti-
lisé dans certaines industries [Robertson, 1990].
L’information de luminance est donnée par la même relation que pour CIE L*u*v*. Les
composantes de chrominance a∗ et b∗ sont données par :

a∗ = 500∗ ×
(

f(
X

Xn

) − f(
Y

Yn
)

)

(B.8)

b∗ = 200∗ ×
(

f(
Y

Yn
) − f(

Z

Zn
)

)

(B.9)

avec

f(x) =

{

3
√
x si x > 0.008856

7.787x+ 16
116

sinon
(B.10)

B.3.2.2 Les systèmes de télévision

Nous avons vu que les systèmes de télévision étaient définis à partir du système YCbCr

suivant :
Y = 0.299R′ + 0.587G′ + 0.114B′

Cb = a1(R
′′ − Y ) + b1(B

′ − Y )
Cr = a2(R− Y ) + b2(B

′ − Y )
(B.11)

Les composantes R’G’ et B’ utilisées sont les composantes RGB ayant subi une correction
gamma :





R′

G′

B′



 =





R1/γ

G1/γ

B1/γ



 (B.12)

Les valeurs de γ et des différents coefficients sont particulières à chaque standard.

YIQ

Le système YIQ est défini dans le Code of Federal Regulations §73.682 par le système
d’équations suivant :

Y = 0.299R′
FCC + 0.587G′

FCC + 0.114B′
FCC

I = 0.74(R′
FCC − Y ) − 0.27(B′

FCC − Y )
Q = 0.48(R′

FCC − Y ) + 0.41(B′
FCC − Y )

(B.13)
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Les primaires utilisées ici sont celles du système NTSC définies par la Federal Communi-
cations Commission ayant subi une correction suivant une loi de puissance en 1/γ (avec
γ = 2, 2 dans le cas présent). On en déduit la matrice de passage suivante :





Y
I
Q



 =





0, 299 0, 587 0, 114
0, 5995 −0, 2759 −0, 3236
0, 2139 −0, 5224 0, 3085









R′
FCC

G′
FCC

B′
FCC



 (B.14)

Le passage entre le système RVB CIE 1931 et le système YIQ peut être représenté par
la matrice de changement de base suivante [Vandenbroucke, 2000] :





Y
I
Q



 =





0, 364 0, 404 0, 074
0, 705 −0, 331 −0, 503
0, 151 −0, 446 0, 303









R
V
B



 (B.15)

YUV

D’après la norme CCIR 601, le système YUV est défini par le système d’équations
suivant :

Y = 0.299R′
EBU + 0.587G′

EBU + 0.114B′
EBU

U = 0.493(B′
EBU − Y )

V = 0.877(R′
EBU − Y )

(B.16)

Les primaires utilisées ici sont celles du système PAL, définies par l’European Broadcas-
ting Union, ayant subi une correction suivant une loi de puissance en 1/γ (avec γ = 2, 8
dans le cas présent). On en déduit la matrice de passage suivante :





Y
U
V



 =





0, 299 0, 587 0, 114
−0, 148 −0, 289 0, 437

0.615 −0, 515 0, 100









R′
EBU

G′
EBU

B′
EBU



 (B.17)

B.3.2.3 Les systèmes antagonistes

Les systèmes antagonistes cherchent à tirer profit des propriétés des canaux de la vision
du système visuel humain.

AC1C2

Faugeras [Faugeras, 1979] a ainsi défini trois primaires [L][M][S] correspondant aux
trois types de cônes de la rétine. Elles sont définies par :





L
M
S



 =





0, 2457 0, 6840 0, 0703
0, 1101 0, 7625 0, 1273
0, 1320 0, 0842 0, 9026









R
V
B



 (B.18)

À partir de ces primaires, il définit le système AC1C2 suivant :

A = a(α logL+ β logM + γ logS)
C1 = u1(logL− logM)
C2 = u2(logL− logS)

(B.19)
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Les coefficients proposés sont : a = 0, 22, α = 0, 612, β = 0, 369, γ = 0, 019, u1 = 64 et
u2 = 10.

Garbay

Dans le système AC1C2 simplifié par Garbay [Garbay, 1979], les coefficients a, α, β et
γ sont ajustés de façon à ce que l’axe achromatique porte les points dont les composantes
sont égales. Les coefficients u1 et u2 sont eux ajustés de façon à ce que des couleurs de
saturation identique soient à égale distance de l’axe achromatique. Les composantesA, C1

et C2 s’écrivent alors sous la forme :

A = 1
3
(logR + log V + logB)

C1 =
√

3
2

(logR− log V )

C2 = logB − (logR+log V )
2

(B.20)

À partir de ce modèle, il est possible de calculer la teinte et la saturation comme étant :

sat =
√

C2
1 + C2

2

teinte = arccos C1
sat

(B.21)

Ce système pose cependant problème si une des composantes [RVB] est nulle, car le loga-
rithme n’est pas défini en 0. C’est pourquoi le système de Ballard lui est souvent préféré.

Ballard

Le système simplifié par Ballard [Ballard et Brown, 1982] est donné par :





wb
rg
by



 =





1
3

1
3

1
3√

3
2

−
√

3
2

0
−1

2
−1

2
1









R
V
B



 (B.22)

B.3.2.4 Les autres systèmes luminance-chrominance

Nous citons deux systèmes qui utilisent les oppositions entre couleurs.

Système de Carron

Le système Y Ch1Ch2 de Carron [Carron, 1995] est défini par :





Y
Ch1

Ch2



 =





1
3

1
3

1
3

1 −1
2

−1
2

0 −
√

3
2

√
3

2









R
V
B



 (B.23)
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Excess RVB

Le système xRxVxB est défini par :




xR
xV
xB



 =





2 −1 −1
−1 2 −1
−1 −1 2









R
V
B



 (B.24)

Il est à noter que ce système, peu connu, est pourtant souvent utilisé sous d’autres
formes. On peut ainsi remarquer que, à un coefficient multiplicateur près, la composante
xR est équivalente à la composante Ch1 du système de Carron. La composante xV est
équivalente à la composante I3 du système d’Ohta. La composante xB est équivalente à la
composante by du système de Ballard.

B.3.3 Les systèmes perceptuels - Le système IST

Les systèmes perceptuels cherchent à caractériser une couleur en fonction de sa per-
ception par l’œil humain.
Le système IST (Intensité, Saturation, Teinte) est défini par :

I = R+V+B
3

S =

{

0 si R = V = B = 0

1 − min(R,V,B)
I

sinon

T =























π si R = V = B

arccos

(

1
2
. (R−V )+(R−B)√

(R−V )2+(R−B)(V−B)

)

si B ≤ V

2π − arccos

(

1
2
. (R−V )+(R−B)√

(R−V )2+(R−B)(V−B)

)

sinon

(B.25)

B.3.4 Les systèmes d’axes indépendants - Le système d’Ohta

Le système proposé par Ohta, afin de décorréler les composantes couleur [Ohta et al.,
1980], est défini par :





I1
I2
I3



 =





1
3

1
3

1
3

1
2

0 −1
2

−1
4

1
2

−1
4









R
V
B



 (B.26)





ANNEXE C

CALCUL DU DÉPHASAGE DES

ONDELETTES DE DAUBECHIES

Lorsque l’on utilise une base d’ondelettes non symétrique lors de la transformée en
ondelettes, un déphasage intervient, comme on peut le voir sur la figure C.1.

a) b)

FIG. C.1 – Déphasage de la transformée en ondelettes : a) Image blood. b) Zoom sur la
sous-bande d3

j+1 de la transformée en ondelettes de l’image blood avec une base d’onde-
lettes Battle et Lemarié d’ordre 5.

Pour pouvoir utiliser les relations père-fils du modèle HMT, il est nécessaire de corriger
ce déphasage lors de la transformée en ondelettes. Ceci est possible de deux manières :

– soit en calculant de manière théorique le déphasage à chaque échelle, puis en appli-
quant le décalage correspondant à l’image transformée. Nous présentons ci-dessous,
à titre d’exemple, le calcul théorique du déphasage qui survient lors d’une transfor-
mée en ondelettes utilisant des filtres de Daubechies.

– soit en mesurant la phase des ondelettes dans l’espace de Fourier, puis en appliquant
aux coefficients le décalage correspondant (cf. table C.1). C’est cette solution, moins
coûteuse en temps de calcul, que nous avons retenue.
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TAB. C.1 – Coefficients du filtre de Daubechies d’ordre 2.

DB2 0,4830 0,8365 0,2241 -0,1294 0 0 0
DB2_recalé 0 0 0 0,4830 0,8365 0,2241 -0,1294

Calcul du déphasage d’une ondelette de Daubechies

L’équation d’un filtre de Daubechies à support compact d’ordre R est donné par :

H(ω) = r0
√

2

(

1 + e−iω

2

)R R−1
∏

k=0

(1 − rke
(−iϕk+iω)). (C.1)

On peut également l’écrire :

H(ω) = r0
√

2e−i
ω
2
R
(

cos
(ω

2

))R
R−1
∏

k=0

(1 − rk e
(−iϕk+iω))

= r0
√

2e−i
ω
2
R
(

cos
(ω

2

))R
R−1
∏

k=0

e
i(ϕk−ω)

2

(

e
i(ω−ϕk)

2 − rke
−i(ω−ϕk)

2

)

= r0
√

2e−i
ω
2
R
(

cos
(ω

2

))R
R−1
∏

k=0

e
i(ϕk−ω)

2

(

cos

(

(ω − ϕk)

2

)

+ i sin

(

(ω − ϕk)

2

)

−rk
(

cos

(

(ω − ϕk)

2

)

− i sin

(

(ω − ϕk)

2

)))

= r0
√

2e−i
ω
2
R
(

cos
(ω

2

))R
R−1
∏

k=0

e
(iϕk−ω)

2

(

cos

(

(ω − ϕk)

2

)

(1 − rk)

+i sin

(

(ω − ϕk)

2

)

(1 + rk)

)

. (C.2)

On peut alors calculer l’argument de H(ω) :

arg(H(ω)) =
−ωR

2
+

R−1
∑

k=0

ϕk
2

− ω

2
+ arctan





(1 + rk) sin
(

(ω−ϕk)
2

)

(1 − rk) cos
(

(ω−ϕk)
2

)





=
−ωR

2
+

R−1
∑

k=0

(ϕk
2

)

− Rω

2
+

R−1
∑

k=0

arctan

(

(1 + rk)

(1 − rk)
tan

(

(ω − ϕk)

2

))

.

(C.3)

On va ensuite utiliser la formule de Mac Laurin au voisinage de 0 pour développer ce
dernier terme en arctan : à l’ordre 1, f(x) = f(0) + xf ′(0) +O(x2).

On a une formule du type : f(x) = arctan(AX) où A =
1 + rk
1 − rk

et X = tan

(

ω − ϕk
2

)

.



Annexe C - Calcul du déphasage des ondelettes de Daubechies 167

X ′ vaut
1

2 cos2
(

ω−ϕk

2

) . Il est connu que (arctan(AX))′ =
1

1 + (AX)2
AX ′.

On a donc

(arctan(AX))′ =
A

2 cos2
(

ω−ϕk

2

) (

1 + A2 tan2
(

ω−ϕk

2

))

=
A

2
(

cos2
(

ω−ϕk

2

)

+ A2 sin2
(

ω−ϕk

2

)) . (C.4)

Ceci donne au voisinage de ω = 0 :

(arctan(AX))′|ω=0 =
A

2
(

cos2
(

ϕk

2

)

+ A2 sin2
(

ϕk

2

))

=
A

2
(

1+cos(ϕk)
2

+ +A2 1−cos(ϕk)
2

)

=
A

1 + A2 + (1 − A2) cos(ϕk)
, (C.5)

ce qui en remplaçant A et en simplifiant donne :

(arctan(AX))′|ω=0 =
1

2

1 − r2
k

1 + r2
k − 2rk cos(ϕk)

. (C.6)

On a donc

arctan(A.X) = arctan

(

1 + rk
1 − rk

tan

(−ϕk
2

))

+
ω

2

1 − r2
k

1 + r2
k − 2rk cos(ϕk)

+O(ω2).

(C.7)
On a donc au final :

arg(H(ω)) = ω

(

−R +
1

2
+

1

2

R−1
∑

k=0

1 − r2
k

1 + r2
k − 2rk cos(ϕk)

)

+ cste+O(ω2). (C.8)





ANNEXE D

REPRÉSENTATION D’IMAGES

MULTIVALUÉES EN ONDELETTES

ORTHOGONALES

Sommaire
D.1 Forme bilinéaire symétrique définie positive . . . . . . . . . . . . . 169

D.1.1 Définition et inégalité de Schwartz . . . . . . . . . . . . . . . . 169

D.1.2 Matrice d’une forme bilinéaire en dimension deux . . . . . . . 170

D.1.3 Valeurs propres et vecteurs propres d’une forme bilinéaire . . . 170

D.2 Modification d’un opérateur vectoriel linéaire de dimension deux . 170

D.2.1 Analogie avec l’opérateur vectoriel gradient . . . . . . . . . . . 171

D.2.2 Direction de la longueur maximale . . . . . . . . . . . . . . . . 171

D.2.3 Invariance pour une image en niveaux de gris . . . . . . . . . . 172

D.3 Application à la transformée en ondelettes . . . . . . . . . . . . . . 172

Les traitements s’effectuant dans des espaces vectoriels de fonctions de carré som-
mable, il est possible d’utiliser les notions de norme et de produit scalaire pour modifier
les applications qui traitent les signaux.
Nous commencerons par rappeler quelques propriétés sur les formes bilinéaires et plus
particulièrement le formalisme matriciel associé pour la dimension deux, avant d’étudier la
modification proposée par Scheunders [Scheunders, 2003] afin de transformer une image
multivaluée en une image monovaluée, grâce à une analogie avec l’opérateur gradient.

D.1 Forme bilinéaire symétrique définie positive

D.1.1 Définition et inégalité de Schwartz

Une forme bilinéaire symétrique définie positive est une fonction qui associe un couple de
vecteurs d’un espace vectoriel (u1, u2) à un nombre réel f(u1, u2) qui vérifie les proprié-
tés suivantes :

1. ∀(α1, α2) ∈ R
2, f (α1u1 + α2u2, v) = α1f(u1, v) + α2f(u2, v)

2. f (u1, u2) = f (u2, u1)

3. f (u1, u1) ≥ 0 si f (u1, u1) = 0 ⇒ u1 = 0

169
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Une conséquence directe de cette définition est l’inégalité de Schwartz :
Puisque f (u1 + λu2, u1 + λu2) ≥ 0, on déduit que l’équation du second degré
λ2f(u2, u2) + 2λf(u2, u1) + f(u1, u1) ≥ 0 et ne possède pas de racines. Son discriminant
est donc négatif : f(u1, u2)

2 ≤ f(u1, u1)f(u2, u2).

D.1.2 Matrice d’une forme bilinéaire en dimension deux

On considère un espace vectoriel de dimension deux sur lequel on définit une base {e1, e2}.

Soient deux vecteurs de cet espace vectoriel :

{

u1 = x11e1 + x12e2
u2 = x21e1 + x22e2

, et f une forme

bilinéaire symétrique définie positive, on pose :







a = f(e1, e1) ≥ 0
b = f(e1, e2) = f(e2, e1)
c = f(e2, e2) ≥ 0

.

Alors, f(u1, u2) =

(

x11

x12

)t(
a b
b c

)(

x21

x22

)

. M =

(

a b
b c

)

est la matrice de la

forme bilinéaire. Son déterminant det(M) = ac− b2 ≥ 0 selon l’inégalité de Schwartz.

D.1.3 Valeurs propres et vecteurs propres d’une forme bilinéaire

Pour rechercher les valeurs propres de la matrice de la forme bilinéaire, on doit résoudre
l’équation du second degré :

det

(

a− λ b
b c− λ

)

= 0, soit λ2 − (a+ c)λ+ (ac− b2) = 0.

Le discriminant ∆ = (a − c)2 + 4b2 est toujours positif ou nul, on a donc deux racines

distinctes :

{

λ1 = (a+c)−
√

∆
2

λ2 = (a+c)+
√

∆
2

. Comme le produit λ1λ2 = (ac− b2) ≥ 0 et que a et b sont

positifs ou nuls, on déduit que les racines λ1 et λ2 sont positives ou nulles.

Les vecteurs sont calculés en résolvant le système :

{

(a− λ)x1 + bx2 = 0
bx1 + (c− λ)x2 = 0

. On ob-

tient un système indéterminé, on choisit comme vecteurs propres v1 =

(

b
λ1 − a

)

et

v2 =

(

b
λ2 − a

)

.

En calculant leur produit scalaire : v1v2 = b2 + (λ1 − a) (λ2 − a) = 0, on déduit que les
vecteurs sont orthogonaux.

D.2 Modification d’un opérateur vectoriel linéaire de di-
mension deux

Considérons une image multivaluée (image couleur ou image multispectrale) et un opéra-

teur vectoriel que l’on applique selon les lignes et les colonnes (produit tensoriel)L =

(

Lx
Ly

)

pour chaque composante spectrale de l’image In(x, y). Le but est de réduire le résultat à
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une image monovaluée, en recherchant « la longueur maximale » à partir d’une forme qua-
dratique qui utilise les différentes composantes, après avoir appliqué l’opérateur vectoriel.

D.2.1 Analogie avec l’opérateur vectoriel gradient

Soit In(x, y) une des composantes de l’image. On définit un déplacement infinitésimal sur
l’hypersurface (analogie avec les tenseurs) par :

dIn = ~∇ (In) d
→
OM = ∂In

∂x
dx+ ∂In

∂y
dy.

On généralise cette définition à un opérateur vectoriel L =

(

Lx
Ly

)

en calculant pour la

composante In : dIn = Lx(In)dx+ Ly(In)dy.
En appliquant à toutes les composantes, on obtient un vecteur de R

n : (dIn)n.

D.2.2 Direction de la longueur maximale

Pour tenir compte de toutes les composantes de l’image multispectrale, on calcule le mo-
dule (dI)2 =

∑

n

(dIn)
t(dIn) du déplacement infinitésimal sur l’hypersurfaceL (In(x, y))n

en utilisant la norme euclidienne sur R
n. On définit les relations en utilisant le formalisme

matriciel :

(dIn)n =

(

Lx(In)n
Ly(In)n

)t(
dx
dy

)

avec

(

Lx(In)n
Ly(In)n

)

=

(

Lx(I1), Lx(I2), . . . , Lx(In)
Ly(I1), Ly(I2), . . . , Ly(In)

)

.

Ainsi, on obtient :
(dI)2 =

(

(

Lx(In)n
Ly(In)n

)t(
dx
dy

)

)t(
(

Lx(In)n
Ly(In)n

)t(
dx
dy

)

)

=

(

dx
dy

)t

M

(

dx
dy

)

,

M étant la matrice d’une forme quadratique :M =







∑

n

L2
x(In)

∑

n

Lx(In)Ly(In)

∑

n

Lx(In)Ly(In)
∑

n

L2
y(In)






.

On obtient, par définition, une matrice symétrique 2 x 2, qui possède des valeurs propres
réelles et positives. Ainsi la matrice peut se mettre sous forme d’un produit :

M =

(

v+
x v−x
v+
y v−y

)(

λ+ 0
0 λ−

)(

v+
x v−x
v+
y v−y

)−1

=

(

v+
x v−x
v+
y v−y

)(
√
λ+ 0

0
√
λ−

)(
√
λ+ 0

0
√
λ−

)(

v+
x v−x
v+
y v−y

)−1 ,

avec

(

v+
x

v+
y

)

le vecteur propre associé à λ+ et

(

v−x
v−y

)

le vecteur propre associé à λ−.

Comme nous travaillons avec des formes bilinéaires symétriques, on peut définir un nouvel
opérateur agissant sur une image à deux composantes :
(

Lx (In)
Ly (In)

)

=

(
√
λ+v+

x

√
λ−v−x√

λ+v+
y

√
λ−v−y

)

.
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La matrice M associée est alors : M =

(

λ+v+
x

2
+ λ−v−x

2
λ+v+

x v
+
y + λ−v−x v

−
y

λ+v+
x v

+
y + λ−v−x v

−
y λ+v+

y
2
+ λ−v−y

2

)

.

Lorsque la valeur propre λ+ est grande par rapport à λ−, l’opérateur vectoriel est réduit à

une seule composante :

(

Lx (In)
Ly (In)

)

=
√
λ+

(

v+
x

v+
y

)

.

On obtient alors une image en niveaux de gris.

D.2.3 Invariance pour une image en niveaux de gris

On peut vérifier le formalisme pour une image en niveaux de gris. La matrice de la forme

quadratique associée à l’opérateur L est alors : M =

(

L2
x(I) Lx(I)Ly(I)

Lx(I)Ly(I) L2
y(I)

)

. Le

calcul du déterminant donne λ
(

λ−
(

L2
x(I) + L2

y(I)
))

= 0 ⇒
{

λ = 0
λ = L2

x(I) + L2
y(I)

.

Pour la valeur propre non nulle, on choisit comme vecteur propre v =





Lx(I)
/√

λ

Ly(I)
/√

λ



.

Ainsi pour des images en niveaux de gris, on obtient le même opérateur :
(

Lx (In)
Ly (In)

)

=
√
λ





Lx(I)
/√

λ

Ly(I)
/√

λ



 =

(

Lx(I)
Ly(I)

)

.

D.3 Application à la transformée en ondelettes

Nous avons vu au paragraphe 2.1.3.6 que la décomposition pyramidale de la transfor-
mée en ondelettes pouvait être modifiée en donnant les mêmes résultats (cf. figure 2.5).

Considérons l’opérateur L =

(

Lx = GL

Ly = GC

)

où G est le filtre passe haut appliqué aux

lignes ou aux colonnes de l’image aj . Si on applique à cet opérateur vectoriel la modifica-
tion proposée dans les paragraphes précédents, on peut calculer M :

M =







∑

n

L2
x(aj,n)

∑

n

Lx(aj,n)Ly(aj,n)

∑

n

Lx(aj,n)Ly(aj,n)
∑

n

L2
y(aj,n)






. En diagonalisant cette matrice, il

est possible de déterminer les valeurs propres λ+
j+1 et λ−j+1 ainsi que les vecteurs propres

associés : v+
j+1 et v−j+1. On détermine alors le nouvel opérateur :

L =

(

Lx(aj)
Ly(aj)

)

=
√

λ+
j+1

(

v+
j+1,x

v+
j+1,y

)

qui vient modifier l’algorithme pyramidal.

Cet opérateur est représenté par la boîte DIAG dans la figure 2.6.
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ALGORITHME EM D’APPRENTISSAGE

DES PARAMÈTRES DU MODÈLE HMT

Sommaire
E.1 Notations . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 173

E.2 Calcul des probabilités d’état . . . . . . . . . . . . . . . . . . . . . . 174

E.3 Étape E de l’algorithme EM . . . . . . . . . . . . . . . . . . . . . . 174

E.3.1 Étape de propagation . . . . . . . . . . . . . . . . . . . . . . . 175

E.3.2 Étape de rétropropagation . . . . . . . . . . . . . . . . . . . . 175

E.4 Étape M de l’algorithme EM . . . . . . . . . . . . . . . . . . . . . . 175

Cette annexe décrit de manière détaillée l’algorithme EM employé par Crouse [Crouse
et al., 1998] pour déterminer les paramètres du modèle HMT.
On rappelle que l’on considère que la distribution d’un coefficient de la transformée en on-
delettes est modélisé par un mélange de deux gaussiennes : une de faible variance et une de
forte variance. Pour caractériser la pdf1 jointe de l’ensemble des coefficients de la trans-
formée en ondelettes, un arbre de Markov caché est ajouté au modèle. On obtient ainsi
un modèle de Markov caché (HMM). Comme les coefficients d’ondelettes à une même
échelle tendent à avoir les mêmes propriétés statistiques, un seul jeu de paramètres sera
utilisé à chaque échelle. Le HMM aura comme paramètres à chaque échelle la moyenne
µm, la variance σ2

m et la fonction de masse pS(m) des gaussiennes modélisant la distribu-
tion des coefficients en ondelettes, ainsi que la matrice des probabilités de transitions de
l’état d’un père à l’état d’un fils εmn :

M := {µm, σ2
m, pS(m), εmn} avec m,n ∈ {P,G}. (E.1)

E.1 Notations

L’arbre des coefficients d’ondelettes observés est formé en reliant les coefficients d’on-
delettes à travers les échelles. Le sous-arbre Ti est le sous-arbre de coefficients d’ondelettes
de racine wi tel que Ti contienne wi et tous ses descendants.
Si Tj est un sous-arbre de Ti, on définit alors Ti\j comme étant l’ensemble des coefficients
de Ti privé des coefficients de Tj
T1 est l’arbre complet des coefficients d’ondelettes observés. Le vecteur w contient l’en-
semble des coefficients de T1.

1fonction de probabilité de distribution

173
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Pour chaque Ti, les probabilités conditionnelles suivantes sont définies :

βi(m) := f(Ti|Si = m,M) (E.2)

βi,ρ(i)(m) := f(Ti|Sρ(i) = m,M) (E.3)

βρ(i)\i(m) := f(Tρ(i)\i|Sρ(i) = m,M), (E.4)

ainsi que la probabilité jointe :

αi(m) := p(Si = m, T1\i|M), (E.5)

Si pouvant prendre comme valeur P ou G.

E.2 Calcul des probabilités d’état

Nous avons vu que dans le modèle proposé, étant donné l’état du parent Sρ(i), la paire
{Si,Wi} est indépendante de l’arbre entier sauf pour les descendants de Si. À l’inverse,
étant donné l’état Sj d’un fils, la paire {Si,Wi} est indépendante des descendants de Sj .
On peut ainsi en déduire que les arbres T1\i et Ti sont indépendants étant donné Si. On
peut donc écrire que :

p(Si = m, T1|M) = αi(m)βi(m) (E.6)

et
p(Si = m,Sρ(i) = n, T1|M) = βi(m)εmni,ρ(i)αρ(i)(n)βρ(i)\i(n) (E.7)

La vraisemblance de w s’écrit alors :

f(w|M) := f(T1|M) =
∑

m=P,G

p(Si = m, T1|M) =
∑

m=P,G

αi(m)βi(m). (E.8)

En appliquant les règles de Bayes aux trois formules précédentes, on obtient :

p(Si = m|w,M) =
αi(m)βi(m)
∑

n=P,G

αi(n)βi(n)
(E.9)

et

p(Si = m,Sρ(i) = n|w,M) =
βi(m)εmni,ρ(i)αρ(i)(n)βρ(i)\i(n)

∑

n=P,G

αi(n)βi(n)
. (E.10)

Le calcul des α et des β permettant d’obtenir les fonctions de masse (pmf) condition-
nelles va être réalisé itérativement grâce à un algorithme EM appliqué aux HMM.

E.3 Étape E de l’algorithme EM

L’étape E de l’algorithme EM appliqué aux HMM comporte une étape de propaga-
tion (upward) de l’information dans l’arbre depuis l’échelle la plus fine (J = 1) jusqu’à
l’échelle la plus grossière (J = L) et une étape de rétropropagation (backward) de l’infor-
mation dans le sens inverse.
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E.3.1 Étape de propagation

Initialisation : Pour toutes les variables d’état Si à l’échelle J = 1, pour m ∈ {P,G},
on calcule :

βi(m) = N (wi, µi,m, σ
2
i,m) (E.11)

1) Pour toutes les variables d’état Si à l’échelle J , pour m ∈ {P,G}, on calcule :

βi,ρ(i)(m) =

∑

n=P,G

εmni,ρ(i)βi(m)

∑

n=P,G

εPni,ρ(i)βi(P ) +
∑

n=P,G

εGni,ρ(i)βi(G)
(E.12)

βρ(i)(m) =

N (wρ(i), µρ(i),m, σ
2
ρ(i),m)

∏

i∈c(ρ(i))
βi,ρ(i)(m)

N (wρ(i), µρ(i),P , σ2
ρ(i),P )

∏

i∈c(ρ(i))
βi,ρ(i)(P ) + N (wρ(i), µρ(i),G, σ

2
ρ(i),G)

∏

i∈c(ρ(i))
βi,ρ(i)(G)

,

(E.13)
où c(i) est l’ensemble des fils du nœud i.

βρ(i)\i(m) =
βρ(i)(m)

βi,ρ(i)(m)
. (E.14)

2) J = J + 1
3) Si J = L, on passe à l’étape de rétropropagation, sinon, on retourne à l’étape 1.

E.3.2 Étape de rétropropagation

Initialisation : Pour toutes les variables d’état Si à l’échelle J = L, pour m ∈ {P,G},
on calcule :

αi(m) = pSi
(m). (E.15)

1) J = J − 1
2) Pour toutes les variables d’état Si à l’échelle J , pour m ∈ {P,G}, on calcule :

αi(m) =
∑

n=P,G

εmni,ρ(i)αρ(i)(n)βρ(i)\i(n). (E.16)

3) Si J = 1, on passe à l’étape M, sinon, on retourne à l’étape 1.

E.4 Étape M de l’algorithme EM

L’étape E précédente a permis de calculer les probabilités conditionnelles d’état pour
chaque coefficient à l’itération l. L’étape M consiste à mettre à jour les paramètres du mo-
dèle HMM, Ml+1, à partir de ces nouvelles valeurs. Les paramètres sont calculés sur les
K arbres (de racine wki et d’état Ski ) présents dans un cadran de transformée en ondelettes.
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Les mises à jour pour les probabilités d’état pSi
(m) et εmni,ρ(i) sont réalisées en sommant

(puis en normalisant) les probabilités d’état individuelles.

pSi
(m) =

1

K

K
∑

k=1

p(Ski = m|wk,Ml), (E.17)

εmni,ρ(i) =

K
∑

k=1

p(Ski = m,Skρ(i) = n|wk,Ml)

KpSρ(i)
(n)

. (E.18)

Les mises à jour de la moyenne et de la variance des mélanges de gaussiennes sont
réalisées en moyennant les moyennes et variances empiriques pondérées de la probabilité
de chaque mélange.

µi,m =

K
∑

k=1

wki p(S
k
i = m|wk,Ml)

KpSi
(m)

, (E.19)

σ2
i,m =

K
∑

k=1

(wki − µi,m)2 p(Ski = m|wk,Ml)

KpSi
(m)

. (E.20)
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Résumé :

Visualiser et analyser automatiquement des coupes fines de tumeurs cancéreuses sont des enjeux majeurs pour progresser dans
la compréhension des mécanismes de la cancérisation et mettre en évidence de nouveaux indicateurs de réponse au traitement.
Les nouveaux scanners microscopiques apportent une aide essentielle en fournissant des images couleur haute résolution de la
totalité des lames histologiques. Ceci permet de s’affranchir de l’hétérogénéité de distribution des marqueurs à quantifier. La
taille de ces images, appelées lames virtuelles, peut atteindre plusieurs GigaOctets. L’objectif de cette thèse est de concevoir et
d’implémenter une méthode de segmentation permettant de séparer les différents types de compartiments stromaux présents
sur une lame virtuelle de carcinome ovarien.

Les deux principales difficultés à surmonter sont la taille des images, qui empêche de les traiter en une seule fois, et le choix
de critères permettant de différencier les compartiments stromaux. Pour répondre à ces problèmes, nous avons développé
une méthode générique de segmentation multiéchelle qui associe un découpage judicieux de l’image à une caractérisation de
chaque compartiment stromal, considéré comme une texture. Cette caractérisation repose sur une modélisation multiéchelle
des textures par un modèle d’arbre de Markov caché, appliqué sur les coefficients de la décomposition en ondelettes.

Plutôt que de considérer tous les types de compartiments stromaux simultanément, nous avons choisi de transformer le
problème multiclasse en un ensemble de problèmes binaires. Nous avons également analysé l’influence d’hyperparamètres
(représentation couleur, type d’ondelettes et nombre de niveaux de résolutions intégrés à l’analyse) sur la segmentation, ce
qui nous a permis de sélectionner les classifieurs les mieux adaptés. Différentes méthodes de combinaison des décisions des
meilleurs classifieurs ont ensuite été étudiées.

La méthode a été testée sur une vingtaine de lames virtuelles. Afin d’évaluer les résultats de la segmentation, nous avons mis en
œvre un protocole de tests fondé sur une approche stéréologique. Les résultats sur différents jeux de tests (images synthétiques,
images de petite taille, images réelles) sont présentés et commentés.
Les résultats obtenus sur les lames virtuelles sont prometteurs, compte tenu de la variabilité des échantillons et de la difficulté,
pour un expert, à identifier parfois très précisément un compartiment : environ 60% des points sont correctement classés (entre
35% et 80% selon les lames).

Mots clés : Segmentation, Texture, Ondelettes, Arbre de Markov caché, Analyse multirésolution, Combinaison de classifieurs,
Lame virtuelle, Stroma, Cancer de l’ovaire.

Multiscale approaches for segmentation of very large images : Application to biomarker quantification in cancer histopa-

thology.

Summary :

Viewing and analyzing automatically sections of cancer tissue are major challenges to progress in the understanding of cancer
development and to discover new indicators of response to therapy. The new microscopical scanners provide an essential
assistance by supplying high-resolution color images of the whole histological slide. This allows us to overcome the issue of
the distribution heterogeneity of the markers which have to be quantified. The size of these images, so-called virtual slides, can
reach several gigabytes. The aim of this thesis is to design and to implement a segmentation method in order to isolate and to
characterize the various stromal compartments on an ovarian carcinoma virtual slide.

The two main difficulties to overcome are the size of images, which prevents us from processing them at once, and the choice of
criteria to differentiate the stromal compartments. To address these problems, we developed a generic segmentation framework
which combines a smart fragmentation of the image to a characterization of each stromal compartment, regarded as a texture.
This characterization is based on a multiscale modeling of textures thanks to a hidden Markov tree model, applied to the
wavelet decomposition coefficients.

Rather than taking into account all types of stromal compartments at once, we chose to transform the multiclass problem into
a set of binary problems. We also analyzed the influence of hyperparameters on segmentation (color representation, wavelet
base and order and the number of resolution levels included in the analysis), which allowed us to select the most appropriate
classifiers. Several methods of the best classifier decision combinations were then studied.

The method was tested on more than twenty virtual slides. To assess the segmentation results, we have taken advantage of a
testing protocol based on a stereological approach. Results on various test sets (synthetic images, small images, real images)
are presented and discussed. The results obtained on virtual slides are promising, notably if we consider the variability of
samples and the difficulty to identify precisely a compartment, even for an expert : about 60% of points are well classified
(between 35 % and 80 % according to the slides).

Key words : Segmentation, Texture, Wavelets, Hidden Markov tree, Multiscale analysis, Classifier combination, Virtual slide,

Stromal compartment, Ovarian carcinoma.
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