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Stabilité de la sélection de variables pour la régression et la
classification de données corrélées en grande dimension

Les données à haut-débit, par leur grande dimension et leur hétérogénéité, ont
motivé le développement de méthodes statistiques pour la sélection de variables. En
effet, le signal est souvent observé simultanément à plusieurs facteurs de confusion.
Les approches de sélection habituelles, construites sous l’hypothèse d’indépendance
des variables, sont alors remises en question car elles peuvent conduire à des
décisions erronées.

L’objectif de cette thèse est de contribuer à l’amélioration des méthodes de
sélection de variables pour la régression et la classification supervisée, par une
meilleure prise en compte de la dépendance entre les statistiques de sélection. L’en-
semble des méthodes proposées s’appuie sur la description de la dépendance entre
covariables par un petit nombre de variables latentes. Ce modèle à facteurs suppose
que les covariables sont indépendantes conditionnellement à un vecteur de facteurs
latents.

Une partie de ce travail de thèse porte sur l’analyse de données de potentiels
évoqués (ERP). Les ERP sont utilisés pour décrire par électro-encéphalographie
l’évolution temporelle de l’activité cérébrale. Sur les courts intervalles de
temps durant lesquels les variations d’ERPs peuvent être liées à des conditions
expérimentales, le signal psychologique est faible, au regard de la forte variabilité
inter-individuelle des courbes ERP. En effet, ces données sont caractérisées par une
structure de dépendance temporelle forte et complexe. L’analyse statistique de ces
données revient à tester pour chaque instant un lien entre l’activité cérébrale et
des conditions expérimentales. Une méthode de décorrélation des statistiques de
test est proposée, basée sur la modélisation jointe du signal et de la dépendance à
partir d’une connaissance préalable d’instants où le signal est nul.

Ensuite, l’apport du modèle à facteurs dans le cadre général de l’Analyse Dis-
criminante Linéaire est étudié. On démontre que la règle linéaire de classification
optimale conditionnelle aux facteurs latents est plus performante que la règle non-
conditionnelle. Un algorithme de type Expectation-Maximization pour l’estimation
des paramètres du modèle est proposé. La méthode de décorrélation des données
ainsi définie est compatible avec un objectif de prédiction.

Enfin, on aborde de manière plus formelle les problématiques de détection et
d’identification de signal en situation de dépendance. On s’intéresse plus parti-
culièrement au Higher Criticism (HC), défini sous l’hypothèse d’un signal rare de
faible amplitude et sous l’indépendance. Il est montré dans la littérature que cette
méthode atteint des bornes théoriques de détection. Les propriétés du HC en si-
tuation de dépendance sont étudiées et les bornes de détectabilité et d’estimabilité
sont étendues à des situations arbitrairement complexes de dépendance. Dans le
cadre de l’identification de signal, une adaptation de la méthode Higher Criticism
Thresholding par décorrélation par les innovations est proposée.

Mots clés : grande dimension, dépendance, sélection de variables, modèle à
facteurs latents, régression, classification supervisée, tests multiples
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Stability of variable selection in regression and classification
issues for correlated data in high dimension

The analysis of high throughput data has renewed the statistical methodology
for feature selection. Such data are both characterized by their high dimension
and their heterogeneity, as the true signal and several confusing factors are often
observed at the same time. In such a framework, the usual statistical approaches
are questioned and can lead to misleading decisions as they are initially designed
under independence assumption among variables.

The goal of this thesis is to contribute to the improvement of variable selection
methods in regression and supervised classification issues, by accounting for the
dependence between selection statistics. All the methods proposed in this thesis are
based on a factor model of covariates, which assumes that variables are conditionally
independent given a vector of latent variables.

A part of this thesis focuses on the analysis of event-related potentials data
(ERP). ERPs are now widely collected in psychological research to determine the
time courses of mental events. In the significant analysis of the relationships bet-
ween event-related potentials and experimental covariates, the psychological signal
is often both rare, since it only occurs on short intervals and weak, regarding the
huge between-subject variability of ERP curves. Indeed, this data is characterized
by a temporal dependence pattern both strong and complex. Moreover, studying
the effect of experimental condition on brain activity for each instant is a multiple
testing issue. We propose to decorrelate the test statistics by a joint modeling of the
signal and time-dependence among test statistics from a prior knowledge of time
points during which the signal is null.

Second, an extension of decorrelation methods is proposed in order to handle a
variable selection issue in the linear supervised classification models framework. The
contribution of factor model assumption in the general framework of Linear Dis-
criminant Analysis is studied. It is shown that the optimal linear classification rule
conditionally to these factors is more efficient than the non-conditional rule. Next,
an Expectation-Maximization algorithm for the estimation of the model parame-
ters is proposed. This method of data decorrelation is compatible with a prediction
purpose.

At last, the issues of detection and identification of a signal when features are
dependent are addressed more analytically. We focus on the Higher Criticism (HC)
procedure, defined under the assumptions of a sparse signal of low amplitude and
independence among tests. It is shown in the literature that this method reaches
theoretical bounds of detection. Properties of HC under dependence are studied
and the bounds of detectability and estimability are extended to arbitrarily complex
situations of dependence. Finally, in the context of signal identification, an extension
of Higher Criticism Thresholding based on innovations is proposed.

Keywords : high dimension, dependence, variable selection, factor model,
regression, supervised classification, multiple testing
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2.2.3 Modèle pour l’analyse de l’expérience d’oubli direct 38
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4.1 Définition et intérêt du classifieur de Bayes conditionnel . . . 77

4.2 Algorithme d’estimation du modèle à facteurs . . . . . . . . 80
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5.2.2 Méthodes . . . . . . . . . . . . . . . . . . . . . . . . 84

5.2.3 Résultats . . . . . . . . . . . . . . . . . . . . . . . . 84

6 Simulations . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 84

6.1 Plan de simulations . . . . . . . . . . . . . . . . . . . . . . . 85
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3.2 HCT en situation de dépendance . . . . . . . . . . . . . . . . 113

4 Factor innovated Higher Criticism Thresholding . . . . . . . . . . . 114
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CHAPITRE 1

INTRODUCTION

Résumé : le recours de plus en plus fréquent à des technologies pro-
duisant des données à haut-débit - comme la spectroscopie proche
infra-rouge, l’imagerie par résonance magnétique fonctionnelle ou
l’électro-encéphalographie - a généré de nouvelles questions de re-
cherche en statistique spécifiques de ces données dites de grande di-
mension, caractérisées par leur nombre de variables très supérieur
à celui des individus. En particulier, un grand nombre de méthodes
de prédiction, fondées sur des modèles de régression ou de clas-
sification supervisée, se sont développées en s’appuyant sur une
hypothèse dite de parcimonie des modèles. En effet, ces méthodes
supposent que peu de prédicteurs mesurés sont pertinents. Dès
lors, une part importante de la problématique d’ajustement d’un
modèle de prédiction en grande dimension repose sur une étape
de sélection de ces variables. Un très grand nombre de méthodes
de sélection ont ainsi été définies avec pour objectif essentiel de
garantir une bonne performance de prédiction, le plus souvent
sans se soucier de la pertinence des prédicteurs sélectionnés ou
encore de la reproductibilité de la sélection. Cependant, la très
haute résolution des données à haut-débit se traduit souvent par
une grande dépendance entre les variables, dépendance affectant
à la fois les performances de prédiction mais aussi la stabilité des
méthodes de sélection de variables. L’objectif de cette introduc-
tion est de présenter différentes approches de prise en compte de la
dépendance dans les procédures de sélection de variables, et ainsi
de montrer qu’il est possible de tirer avantage de la corrélation
pour améliorer l’estimation du support d’un signal.
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2.2.1 Modèle à facteurs . . . . . . . . . . . . . . . . . . . 24
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1 Contexte

1.1 Sélection de variables

La problématique définissant le cadre général de cette thèse est la prise en
compte de la dépendance dans les procédures de sélection de variables pour la
prédiction en grande dimension, en régression et en classification supervisée. Dans
la plupart des situations abordées ci-après, les données peuvent être décrites comme
une série de n couples indépendants (X,Y ) composés d’un profil de prédicteurs X =
(X1, . . . , Xm) de dimension m � n et d’une variable réponse Y , soit quantitative
soit catégorielle.

L’identification d’un sous-ensemble pertinent de prédicteurs est un des objectifs
majeurs d’une analyse de régression ou de classification supervisée, et ce même
en situation de “petite dimension” (n ≥ m). Dans ce contexte plus tradition-
nel, on recense plusieurs méthodes de sélection consistant à comparer les modèles
construits sur des sous-ensembles de prédicteurs selon un critère de qualité d’ajus-
tement pénalisé par le nombre de prédicteurs. Ainsi, dans le contexte du modèle
linéaire généralisé, la minimisation des critères AIC (introduit par Akaike (1973))
ou BIC (proposé par Schwarz (1978)), versions pénalisés de la déviance du modèle
par la norme `0 du vecteur β des paramètres de régression, préfigurent les méthodes
d’estimation par régularisation devenues si populaires pour les données de grande
dimension, pour lesquelles la pénalisation est plus volontiers définie par les normes
`1 (Tibshirani (1996)) ou `2 (Hoerl and Kennard (1970)) de β.

En effet, l’optimisation de critères pénalisés par :

||β||0 = # {j ∈ [1;m], βj 6= 0} ,
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où #A désigne le cardinal d’un ensemble A, nécessite l’ajustement de tous les sous-
modèles possibles (2m modèles), ce qui pose des problèmes numériques, pour des
valeurs mêmes modérées de m. Certes, la sélection pas à pas constitue une alterna-
tive raisonnable d’un point de vue calculatoire, mais le parcours par cet algorithme
séquentiel d’une part très faible du graphe des sous-modèles, au mieux m(m+ 1)/2
sous-modèles, génère une instabilité de la procédure, d’autant plus grande que m
est lui-même grand (voir Breiman (1996) et Fan and Li (2001)).

1.2 Grande dimension

Les progrès technologiques en terme de recueil et de stockage de données, notam-
ment en biologie moléculaire pour l’étude du génome (voir par exemple Shalon et al.
(1996) pour les puces à ADN et Baron et al. (2006) pour l’étude épigénétique de la
méthylation de l’ADN), ou en neurosciences, pour l’analyse de l’activité cérébrale
par électro-encéphalographie (Handy (2004)) ou imagerie par résonance magnétique
(Poldrack et al. (2011)), ont conduit à des évolutions importantes de la méthodologie
statistique pour l’adapter à des situations caractérisées par un nombre important
de variables. Dans les cas abordés dans cette thèse, le nombre de variables est de
l’ordre de plusieurs milliers. Les méthodes classiques, notamment celles dont l’ob-
jectif est l’identification de variables d’intérêt par sélection ou tests multiples, ont
des propriétés analytiques éprouvées en situation asymptotique, lorsque le nombre
n d’individus tends vers l’infini et que le nombre de variables est fixe. Cependant,
ces méthodes se montrent peu performantes en grande dimension. Par exemple, la
propriété de consistance d’estimation du support par le critère BIC (Shao (1997),
Yang (2005)) se perd lorsque le nombre de variables n’est pas fixé (voir par exemple
Broman and Speed (2002), Casella et al. (2009), Kim et al. (2012)). A l’instar
de la problématique abordée plus haut pour évoquer la sélection pas à pas, un
des problèmes est l’explosion combinatoire des associations possibles de variables
sélectionnées, qui nécessite aussi le contrôle par des méthodes adaptées du nombre
de sélections erronées, ou faux positifs. Une autre raison plus spécifique du para-
digme n � m est liée à l’instabilité voire l’impossibilité numérique de l’ajuste-
ment de modèles dont le nombre de paramètres dépasse celui des individus par des
méthodes impliquant le plus souvent l’inversion de la matrice de variance-covariance
des prédicteurs (par exemple la méthode des moindres carrés en régression). Ainsi,
au-delà de la recherche de solutions statistiques performantes, un des défis de l’ana-
lyse de données de grande dimension est également la simplicité algorithmique des
méthodes, garantissant la possibilité effective de leur mise en œuvre.

La sélection de prédicteurs pertinents s’apparente à la problématique souvent as-
sociée aux tests multiples, dont le but est une identification aussi complète que pos-
sible du support du signal, tout en contrôlant le nombre de prédicteurs sélectionnés
par erreur. Les premières réflexions autour de ces questions de contrôle du taux d’er-
reur de type I pour un grand nombre de tests ont conduit à revoir l’objectif d’un
contrôle de la probabilité d’un faux positif, le Family-Wise Error Rate (FWER),
pour s’orienter vers un objectif moins conservateur de contrôle de la proportion
de faux positifs dans l’ensemble sélectionné, le False Discovery Rate (FDR). La
méthode de référence pour le contrôle du FDR, la procédure de Benjamini-Hochberg
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(Benjamini and Hochberg (1995)), s’est ainsi imposée comme une méthode stan-
dard en analyse de données génomiques (voir par exemple l’ouvrage de van der
Laan and Dudoit (2007)), préférée à la méthode de Bonferroni (Bonferroni (1936))
plus traditionnellement utilisée lorsque le nombre de tests est plus modérés. Ben-
jamini and Hochberg (1995) démontre que leur méthode de détermination du seuil
de sélection sur les statistiques de tests contrôle effectivement le FDR sous une
hypothèse d’indépendance ou de faible dépendance. La dépendance étant dès lors
perçue comme un obstacle potentiel au contrôle du FDR, de nombreux auteurs se
sont attachés à étendre la méthode de Benjamini-Hochberg de telle sorte qu’elle
garantisse le contrôle du FDR sous certaines hypothèses de dépendance (voir par
exemple Benjamini and Yekutieli (2001)). En pratique, ces approches de protec-
tion contre les effets de la dépendance sur le contrôle du FDR ont le plus sou-
vent conduit à des méthodes très conservatives. Plus récemment, s’appuyant sur la
démonstration que le classement des statistiques de test en situation de dépendance
n’est pas consistant, au sens statistique où il n’est pas conforme à l’amplitude du
signal testé, quelques auteurs ont privilégié une autre approche, ne visant pas à une
modification de la procédure de Benjamini-Hochberg, mais à une décorrélation des
statistiques de test (voir Zuber and Strimmer (2009) et Hall and Jin (2010) pour
une procédure de tests ajustés sur la corrélation, Kustra et al. (2006), Leek and
Storey (2007), Carvalho et al. (2008), Friguet et al. (2009), Sun et al. (2012) et plus
récemment Allen et al. (2014) et Houseman et al. (2015) pour une modélisation
par des facteurs latents de la dépendance). Les différentes méthodes se différencient
essentiellement par le modèle de variance utilisé et surtout par la technique d’esti-
mation jointe du signal et de la variance.

A l’instar des procédures de tests multiples, Donoho and Jin (2004) définissent
une procédure de sélection de variables pour la détection d’un signal, le Higher Cri-
ticism Thresholding (HCT). Les auteurs s’appuient sur l’idée proposée par Tukey
(1976) que la détection statistique d’un signal, c’est à dire le test global de son
existence, peut reposer sur le vecteur des statistiques de test des composantes indi-
viduelles de ce signal. En situation d’indépendance entre les statistiques de sélection
et dans le cadre général d’un signal à la fois rare et faible (paradigme “Rare-and-
Weak”), Donoho and Jin (2008) démontrent l’optimalité de cette procédure de
sélection, au sens où elle atteint les bornes optimales de détection de Ingster (1997).
Hall and Jin (2008) et Hall and Jin (2010) montrent que ces résultats théoriques
sont fortement affectés par une dépendance entre les statistiques de sélection et
proposent une extension à des cas particuliers de dépendance, dont la structure
auto-régressive d’ordre 1. Par ailleurs, Ahdesmäki and Strimmer (2010) et Klaus
and Strimmer (2013) étudient les propriétés de la méthode HCT pour l’identification
du signal, à savoir l’estimation de son support et démontrent son équivalence avec
une procédure de tests multiples contrôlant le False Non-Discovery Rate (FNDR).

La diversité des approches de prise en compte de la dépendance traduit de
profondes divergences dans la communauté statistique, partagée entre une démarche
näıve consistant à ignorer la corrélation et un point de vue opposé justifiant une
modélisation jointe de la variance et de l’espérance pour améliorer l’identification
du signal. Ainsi, en particulier dans un contexte d’analyse discriminante linéaire, les
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tenants d’une approche dite naive Bayes montrent la supériorité de ce point de vue
en terme de performance de classification (voir notamment Tibshirani et al. (2003),
Bickel and Levina (2004), Efron (2008)). Ces méthodes reposent sur une hypothèse
erronée d’indépendance entre les variables dont une alternative consiste à estimer la
matrice de covariance par des méthodes de shrinkage, sans hypothèse particulière
de structure de la dépendance. Le principe de ces méthodes est de s’affranchir
de la propriété de non biais de l’estimateur empirique pour diminuer la variance
d’estimation. Ainsi, l’estimateur ridge (Hoerl and Kennard (1970)) du vecteur β
des coefficients de régression linéaire, qui résulte de la minimisation de la déviance
du modèle pénalisée par ||β||2, prend une forme similaire à celle de l’estimateur
des moindres carrés, où la matrice de covariance empirique S est remplacée par
l’expression suivante :

Σ̂γ = S + γIm,

où Im désigne la matrice identité d’ordre m et γ ≥ 0. Le paramètre γ de
régularisation introduit ci-dessus permet bien un compromis entre deux points de
vue extrêmes de la dépendance, à savoir l’indépendance pour de grandes valeurs
de γ et la structure de covariance la plus complexe estimée par S pour γ = 0. On
retrouve cette idée dans de nombreuses méthodes de régression ou de classification
supervisée, dont dans les Correlation Adjusted T-scores (CAT-scores, Zuber and
Strimmer (2009)) utilisés dans l’étape de sélection de variables de la méthode
Shrinkage Discriminant Analysis (SDA, Ahdesmäki and Strimmer (2010)). Ici, les
auteurs proposent une expression analytique pour un estimateur du paramètre
de shrinkage γ. Cette idée se retrouve aussi dans la méthode shrunken centroids
regularized discriminant analysis (SCRDA, Guo et al. (2007)), dans laquelle la
matrice de covariance empirique est remplacée par

Σ̂α = αS + (1− α)Im,

où 0 ≤ α ≤ 1.

L’estimation par shrinkage, du type de la méthode ridge, apporte une solution
essentiellement numérique à la problématique de la grande dimension, qui se montre
souvent performante en terme de précision de la règle de décision qui s’en déduit.
L’estimation ridge de modèles de régression ou de classification supervisée s’impose
notamment comme la référence pour les questions relatives à la sélection génomique,
dont l’objectif est l’estimation de la valeur génétique d’un animal ou d’une plante à
partir de données de génotypage à l’échelle de son génome. Toutefois, la recherche
de zones d’intérêt du génome appelés Quantitative Trait Loci (QTL) ou de manière
équivalente la recherche de la signature moléculaire associée à un stress d’intérêt
de l’organisme nécessite des approches plus exigeantes dont l’objectif est certes de
garantir une bonne prédiction mais aussi d’identifier les leviers de cette prédiction,
en d’autres termes les prédicteurs pertinents. La prise en compte simultanée de
ces deux objectifs par la méthode dite LASSO, pour Least Absolute Shrinkage and
Selection Operator (Tibshirani (1996)), qui consiste à minimiser un critère d’ajuste-
ment, la déviance par exemple, pénalisé par ||β||1 explique sa grande popularité dans
de nombreux domaines associés à des technologies à haut débit. Dans le contexte de
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la classification supervisée, des méthodes d’analyse linéaire discriminante pénalisée
ont été développées (voir Tibshirani et al. (2002) pour une version ridge des plus
proches voisins ou Witten and Tibshirani (2011) et Clemmensen et al. (2011) pour
une approche lasso).

Pourtant, une dépendance forte entre prédicteurs affecte notoirement les pro-
priétés de la méthode LASSO, notamment dans sa capacité à déterminer le support
d’un signal (Van de Geer (2010), Fan and Lv (2010)). La pénalisation par combinai-
son convexe de ||β||1 et ||β||2 dans la méthode elastic net (Zou and Hastie (2005))
vise justement à apporter plus de stabilité à la méthode. D’autres extensions plus
récentes, basées sur du ré-échantillonnage, ont directement visé à améliorer la re-
productibilité de la sélection par LASSO, en cherchant à réduire le sous-ensemble
des variables sélectionnées à celles les plus souvent retenues (voir notamment Bach
(2008) pour la méthode bolasso et Meinshausen and Bühlmann (2010) pour la
méthode stability selection).

1.3 Illustrations de situations de dépendance

On présente ici quelques situations dans lesquelles on cherche à identifier un
signal biologique. Ce signal est assimilable à un lien entre une variable réponse quan-
titative ou catégorielle et des variables explicatives nombreuses, mesurées par une
technologie à haut débit, et présentant une structure de dépendance forte. Dans un
premier temps, on s’intéresse à des données mesurées par électroencéphalographie
(EEG) de l’activité du cerveau en psychologie expérimentale. Ces données de
potentiels évoqués, ou encore ERP (Event-Related Potentials, Handy (2004)),
décrivent avec une très forte résolution, jusqu’à une mesure toute les demi-
millisecondes (Groppe et al. (2011a) et Groppe et al. (2011b)), l’activité cérébrale
en des électrodes localisées très précisément sur le crâne, pour un nombre limité
de sujets, entre 10 et 20 en général. L’analyse de ces données vise généralement
à identifier les intervalles de temps pour lesquels l’association avec une réponse
expérimentale, par exemple un score évaluant un comportement ou l’appartenance
à une catégorie particulière de population, est significative. Une expérience ayant
fait l’objet d’une collaboration avec National Cheng-Kung University, Tainan
(Taiwan) et le problème cognitif associé sont détaillés dans le Chapitre 2.

La Figure 1.1 révèle une structure de dépendance temporelle forte entre les
mesures de l’activité cérébrale : l’histogramme montre qu’une grande proportion
des corrélations entre les ERPs mesurés sur l’électrode CZ (milieu de la région
centrale de la tête) sont élevées et positives. En gris, la distribution des corrélations
d’une matrice de même dimension sous l’hypothèse d’indépendance est tracée pour
comparaison. On remarque une forte asymétrie à droite de la distribution. D’après
l’image de la matrice des corrélations, il semble que l’auto-corrélation génère un
grand nombre de corrélations proches de 1 sur les bandes proches de la diagonale.
On remarque aussi des blocs de corrélations élevées et positives, correspondant
à une synchronisation de l’activité cérébrale sur des intervalles de temps, et une
auto-corrélation croissante au cours du temps. La structure est donc plus complexe
que celle produite par un processus auto-régressif d’ordre 1 souvent utilisé pour
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modéliser de telles données (voir Yeung et al. (2004), Guthrie and Buchwald (1991)
et Bugli and Lambert (2006)). Lors de l’expérience, l’activité cérébrale est mesurée
sur plusieurs électrodes placées sur le crâne du sujet. Sur les autres électrodes, on
remarque des structures similaires.

La prise en compte de la dépendance dans les études d’association ou de
sélection suscite également de nombreux développements en matière d’analyse de
données génomiques, en particulier pour l’analyse du transcriptome à partir de
microarrays (Shalon et al. (1996)). On se réfère notamment à Lee and Batzoglou
(2003) et Teschendorff et al. (2011) pour une application de l’analyse en compo-
santes indépendantes, Schäfer and Strimmer (2005), Opgen-Rhein and Strimmer
(2007), Zuber and Strimmer (2009) et Ahdesmäki and Strimmer (2010) pour
une définition de statistiques de tests décorrélées (CAT-scores) par un estimateur
de type James-Stein de la matrice de covariance et Kustra et al. (2006), Leek
and Storey (2007),Carvalho et al. (2008), Friguet et al. (2009), Sun et al. (2012)
et plus récemment Allen et al. (2014) pour une modélisation par des facteurs
latents de la dépendance. Cette même approche est aussi utilisée très récemment
pour l’analyse de données de méthylation de l’ADN par Houseman et al. (2015).
On propose d’explorer dans ce paragraphe la distribution des corrélations d’une
série de données publiques, utilisées à des fins d’illustration dans des packages R

ou Matlab, pour des méthodes de classification supervisée. Ces données ont été
choisies pour la variété des situations qu’elles représentent, notamment par leurs
dimensions résumées dans la Table 1.1, ainsi que le nombre de classes de la variable
réponse. Ces données sont associées à des problématiques d’études du cancer du
colon (Alon et al. (1999)), du sein (West et al. (2001)), de la leucémie (Golub
et al. (1999)), du lymphome (Chung and Keles (2010)), du cancer de la prostate
(Singh et al. (2002)) et de cancers chez l’enfant auquel on se réfère dans la suite
par SRBCT (Khan et al. (2001)).

La Figure 1.2 présente en noir les histogrammes des corrélations entre va-
riables (gènes) pour chacune des situations introduites ci-dessus et en bleu la distri-
bution des corrélations pour des données de mêmes dimensions sous l’hypothèse
d’indépendance. On remarque une diversité de profils de dépendance, certaines
s’éloignant de manière remarquable de l’indépendance, comme pour le cancer du
colon, Figure 1.2(a), le cancer du sein, Figure 1.2(b) et dans une moindre mesure sur
la leucémie, Figure 1.2(c) pour lesquelles la distribution des corrélations révèle une
sur-représentation de corrélations fortes et positives. La distribution des corrélations
pour les données de lymphome, Figure 1.2(d) et SRBCT, Figure 1.2(e) semble en
revanche symétrique avec une proportion notable de corrélations modérées. Enfin,
il est intéressant de remarquer que les corrélations entre gènes pour le cancer de
la prostate, Figure 1.2(f), s’ajustent bien à la distribution des corrélations sous
l’indépendance. Ces exemples illustrent que, pour une même technologie et des
problématiques similaires, des profils de dépendance très différents peuvent être
observés, qu’il convient de prendre en compte lors de l’analyse statistique. De nom-
breux auteurs ont récemment émis l’hypothèse que ces dépendances résultent d’ef-
fets latents de processus biologiques non maitrisés par les dispositifs expérimentaux,
susceptibles de masquer partiellement le signal biologique d’intérêt. Ces propos sont
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Figure 1.1 – Haut : histogramme des corrélations résiduelles entre les mesures de
l’activité cérébrale pour les données d’ERPs mesurées à l’électrode CZ (en noir)
comparé à la distribution des corrélations d’une matrice de mêmes dimensions sous
hypothèse d’indépendance. Bas : image de la matrice des corrélations
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Table 1.1 – Dimensions de données publiques associées à des études sur le cancer.
Colon Sein Leucémie Lymphome Prostate SRBCT

Nbre de var. 2000 7129 7129 4026 6033 2308
Nbre d’obs. 62 44 38 62 102 63
Nbre de classes 2 2 2 3 2 4

en particulier tenus par Kustra et al. (2006), Leek and Storey (2007), Pournara and
Wernisch (2007), Carvalho et al. (2008), Friguet et al. (2009) et plus récemment
par Sun et al. (2012) et Houseman et al. (2015).

Dans la suite du manuscrit, les exemples ci-dessus sont utilisés à des fins d’illus-
tration de l’impact de la dépendance sur les procédures de sélection de variables.
En particulier, le Chapitre 2 introduit la notion d’instabilité des procédures de tests
multiples, principale conséquence d’une forte dépendance entre les statistiques de
sélection. Le contrôle du taux de faux positifs n’étant en revanche pas remis en cause
par les formes de dépendance temporelle étudiées dans ce Chapitre, la probabilité
pour qu’une procédure de type Benjamini-Hochberg détecte un signal peut être
très faible en situation de dépendance et, conditionnellement à la détection d’un
signal, son identification, à savoir l’estimation de son support, est moins précise
qu’en situation d’indépendance. De même, dans un problème de sélection de va-
riables en classification supervisée abordé dans le Chapitre 3, on illustrera que la
dépendance affecte à la fois le nombre de variables sélectionnées et le rang des
variables sélectionnées par des méthodes d’estimation régularisée notamment la
méthode Lasso (Tibshirani (1996)). Aussi, on observera sur des données réelles que
l’ensemble des variables sélectionnées par ces méthodes n’est pas reproductible. En-
fin, le Chapitre 4 est dédié à l’étude de la méthode HCT pour l’identification d’un
signal, dans le paradigme “Rare-and-Weak” proposé par Donoho and Jin (2004).
On montre que la méthode HCT est très conservative lorsque les variables sont très
corrélées. Finalement, dans les problèmes de tests multiples comme dans ceux de
sélection de variables, l’impact de la dépendance se traduit par une non-consistance
du classement des variables par leur pouvoir prédictif ou discriminant.

2 Prise en compte de la dépendance

L’impact négatif de la dépendance sur la précision des procédures de tests mul-
tiples, en particulier due à l’instabilité du rang des statistiques de sélection, a sus-
cité le développement de nombreuses approches innovantes. La dépendance entre
les statistiques de tests ou de sélection étant directement héritée de celle entre les
variables explicatives, ces approches visent essentiellement à estimer la structure de
dépendance entre les variables pour construire des stratégies de décorrélation. Cette
thèse vise à une contribution à l’optimisation de ces méthodes de décorrélation, dans
le but de rétablir les propriétés théoriques et pratiques des méthodes élaborées sous
l’hypothèse d’indépendance. On peut distinguer deux types d’approches pour la
décorrélation. Le premier se rapproche des méthodes d’analyse de séries chronolo-
giques, au sens où l’on cherche à construire la transformation linéaire des données
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(a) Cancer du colon
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(b) Cancer du sein
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(c) Leucémie
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(d) Lymphome
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(e) SRBCT
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(f) Cancer de la prostate

Figure 1.2 – Histogramme des corrélations entre variables (en noir) comparée à la
distribution sous indépendance (en bleu) pour des données d’expression de gènes.
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conduisant à des innovations indépendantes (Ahdesmäki and Strimmer (2010), Zu-
ber and Strimmer (2009), Hall and Jin (2010)). Le second type s’appuie sur l’hy-
pothèse d’effets latents affectant de manière linéaire la dépendance entre les statis-
tiques de sélection (Friguet et al. (2009), Leek and Storey (2007), Leek and Storey
(2008), Sun et al. (2012)).

2.1 Décorrélation par les innovations

Si l’on considère un vecteur de covariables X de matrice de covariance Σ, le
principe général des méthodes de décorrélation par les innovations s’appuie sur
l’existence d’une matrice L (m×m) telle que :

Σ−1 = LL′,

où L′ désigne la transposée de L. Cette matrice L permet de définir des covariables
décorrélées X∗, appelées innovations, telles que :

X∗ = L′X.

Ainsi, V(X∗) = L′ΣL = L′(L′)−1L−1L = Im.

Correlation-adjusted t-scores (CAT scores) On s’attarde dans ce para-
graphe sur la présentation des CAT-scores, initialement proposés par Zuber and
Strimmer (2009) dans un contexte de comparaisons multiples puis repris dans la
méthode Shrinkage Discriminant Analysis (SDA, voir Ahdesmäki and Strimmer
(2010)) en analyse linéaire discriminante.

On considère ici une variable réponse Y , catégorielle à K groupes et un m−profil
x de variables explicatives distribué, conditionnellement au groupe Y = y, selon une
loi normale d’espérance :

E(x | Y = y) = µy

et de même variance :

V(x | Y = y) = Σ

pour tout y ∈ {1, . . . ,K}. On définit, pour chaque groupe y ∈ {1, . . . ,K}, des
t-scores τy correspondant au m-vecteur des statistiques de test associées à la com-
paraison de la moyenne globale µ = E(x) à µy :

τy =

{(
1

ny
− 1

n

)
D

}−1/2

(µy − µ),

où D = diag(Σ), n est le nombre total d’observations indépendantes de (x, Y )
et ny est le nombre d’observations dans le groupe y. Zuber and Strimmer (2009)
définissent les correlation-adjusted t-scores ou CAT-scores par :

τadjy = R−1/2τy,
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où R désigne la matrice de corrélation de x telle que :

Σ = D1/2RD1/2.

Pour chaque variable explicative, une statistique du test d’association avec Y est
calculée à partir d’une estimation par shrinkage des CAT-scores. Il est intéressant
de noter qu’après décorrélation du profil des variables explicatives, la sélection de
variables pour la classification supervisée s’apparente à un problème de tests mul-
tiples. Dans le cas présent, pour chaque variable, Ahdesmäki and Strimmer (2010)
recommande d’estimer le taux de faux positifs (FDR) local et de sélectionner les
variables explicatives par seuillage de ce FDR local, à un niveau suffisamment élevé
pour garantir la sélection d’une part importante du support du signal.

Pour permettre le calcul des CAT-scores en grande dimension, Ahdesmäki and
Strimmer (2010) proposent une méthode d’estimation par shrinkage, de type James-
Stein. Ainsi, l’estimateur de la matrice de correlation prend la forme suivante :

R̂γ = γIm + (1− γ)R̂,

où R̂ est la matrice des corrélations empiriques et 0 ≤ γ ≤ 1 est le paramètre de
régularisation. Schäfer and Strimmer (2005) propose une expression analytique de
la valeur optimale de γ, au sens de la performance de la méthode de classification
supervisée. Cette approche par shrinkage permet le calcul explicite de R̂αγ , pour
toute puissance α. Ainsi, Zuber and Strimmer (2009) définit la matrice Z suivante :

Z =
1

γ
R̂γ

= Im + UMU ′,

où M est une matrice symétrique définie positive et U est une base orthonormale.
La puissance α de la matrice Z peut-être calculée par la formule suivante :

Zα = Im − U(Ir − (Ir +M)α)U ′

où r est le rang de M . Cette formule ne fait appel qu’au calcul de puissance de
la matrice Ir + M . Après sélection des variables explicatives selon la procédure
décrite ci-dessus, l’étape de classification s’appuie sur une approche d’analyse dis-
criminante linéaire pour laquelle tous les paramètres sont estimés par shrinkage
(Hausseur and Strimmer (2009)). Cette méthode est implémentée dans le package
R sda (Ahdesmäki et al. (2014)).

innovated HCT Comme mentionné ci-dessus, la décorrélation du profil des va-
riables explicatives permet de considérer la question de la sélection de variables
comme un problème de tests multiples, pour lequel la sélection d’une variable re-
pose sur un seuillage des statistiques de tests ou des p-values associées. Alors que
Ahdesmäki and Strimmer (2010) propose de définir le seuil en s’appuyant sur l’esti-
mation des risques d’erreur de sélection, la méthode Higher Criticism Thresholding
(HCT, voir Donoho and Jin (2015) pour une revue récente) repose sur la maxi-
misation d’une fonction objectif. Si (p1, . . . , pm) désigne le vecteur des probabilités
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critiques issues de tests d’hypothèses et (p(1), . . . , p(m)) leur statistique d’ordre, HCT
définit le seuil optimal comme l’indice des p-values pour lequel l’écart entre la fonc-
tion de répartition empirique et celle de la loi uniforme, en d’autres termes la loi
d’une p-value sous l’hypothèse nulle, est maximal :

j∗ = argmax
j:1/m≤p(j)≤1/2

√m j/m− p(j)√
p(j)(1− p(j))

 .

L’ensemble des variables sélectionnées est {j, pj ≤ p(j∗)}. Les variantes et les pro-
priétés de HCT sont présentées en détails dans le Chapitre 4.

En situation de dépendance, Hall and Jin (2010) s’appuie sur la factorisation
de Cholesky de la matrice de covariance pour définir la méthode innovated HCT
(iHCT), une variante de HCT. Hall and Jin (2010) suppose que le vecteur T des
statistiques de test est gaussien tel que :

T = µ+ Z où Z ∼ N (0,Σ) et Σ 6= Im, (1.1)

où le signal µ est un vecteur parcimonieux possédant k coordonnées non nulles
parmi m, de même amplitude Am. Les statistiques de tests sont décorrélées par
la factorisation de Cholesky inverse de Σ telle que UmΣU ′m = Im et Hall and Jin
(2010) considère le problème suivant, équivalent à (1.1) :

UmT = Umµ+ UmZ où UmZ ∼ N (0, Im). (1.2)

Les résultats établis par Hall and Jin (2010) reposent sur une hypothèse sur la
matrice de covariance particulièrement adaptée à des structures de dépendance
temporelle de type auto-régressif et garantissant que le signal transformé Umµ a
un support similaire à celui de µ. Afin de satisfaire cette hypothèse, les auteurs
proposent un lissage de la matrice de décorrélation Um et définissent une matrice
Ũm dont le terme général ũk,j est défini par :

ũk,j =

{
ukj si k − bm + 1 ≤ j ≤ k
0 sinon,

où ukj est le terme général (k, j) de la matrice Um et bm est une fenêtre recommandée
entre 1 et log(m). Enfin, les statistiques de tests T sont décorrélées par la matrice
Vm définie par :

Vm(bm) = U
′
mUm,

où Um est la matrice Ũm dont les colonnes ont été normalisées à 1. Si bm = 1,
innovated HCT revient à appliquer HCT aux statistiques de test décorrélées :

VmX = Vmµ+ VmZ,

dont de nouvelles probabilités critiques (p1, . . . , pm) sont déduites. Hall and Jin
(2010) recommande bm = log(m) et dans ce cas, le seuil optimal iHC∗m(bm) de
innovated HCT est défini comme suit :

iHC∗m(bm) =
1√

2bm − 1
max

j:1/m≤p(j)≤1/2

√m j/m− p(j)√
p(j)(1− p(j))

 .
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Hall and Jin (2010) démontre des propriétés d’optimalité de innovated HCT en
terme de détection et d’estimation du signal sous certaines conditions sur Σ.

Enfin, on verra dans le Chapitre 4 que le modèle à facteurs présenté dans la
section suivante permet également une expression analytique de la racine carrée de
la matrice de covariance, afin de développer une procédure similaire au innovated
HCT (Hall and Jin (2010)) ou aux CAT-scores (Zuber and Strimmer (2009)).

2.2 Modélisation de la structure de dépendance

Dans certains domaines d’application, en particulier celui de l’analyse de
données génomiques, il est pertinent de considérer que la dépendance est structurée
par l’effet de variables latentes. Le modèle correspondant à ce type de point de vue
sur la dépendance, appelé modèle à facteurs, conduit à la réduction du rang de la
matrice de variance-covariance entre les variables explicatives. Les composantes de
la dépendance, si possible en nombre modéré, sont assimilables à autant de sources
de variabilité générant une hétérogénéité de la distribution jointe des variables
explicatives. En effet, l’effet de ces facteurs peut se confondre avec le vrai signal
et expliquer la non-consistance du classement des p-values par des méthodes de
tests qui ignorent la dépendance. Par exemple, en analyse de données génomiques,
l’expression des gènes peut être associée à une condition expérimentale mais aussi
activée par l’activité biologique de l’individu (la bibliographie est riche sur le
sujet, voir Kustra et al. (2006), Leek and Storey (2008), Carvalho et al. (2008),
Friguet et al. (2009), Teschendorff et al. (2011), Sun and Cai (2009), Pournara and
Wernisch (2007), Blum et al. (2010)). Enfin, des articles récents illustrent l’apport
du modèle à facteurs en épigénétique, sur des données de méthylation de l’ADN
(Houseman et al. (2015)).

2.2.1 Modèle à facteurs

Le modèle à facteurs suppose l’existence de variables latentes, non observées,
qui peuvent avoir un effet linéaire sur la variable réponse. Ce modèle suppose que la
dépendance peut être décrite dans un espace linéaire de dimension modérée. Ainsi,
si on considère que le profil X des variables explicatives suit une loi normale telle
que :

X ∼ Nm(0,Σ), (1.3)

le modèle à facteurs suppose l’existence d’un vecteur de q � m variables latentes
Z = (Z1, Z2, . . . , Zq), que l’on suppose distribué selon une loi normale d’espérance
nulle et de variance Iq, décrivant la dépendance entre les variables explicatives.
Conditionnellement aux facteurs latents Z, les variables explicatives sont en effet
indépendantes et suivent une loi normale telle que :

X|Z = z ∼ Nm(Bz,Ψ), (1.4)

où B est une matrice (m× q) de loadings représentant la dépendance commune aux
m variables. En effet,

Cov(X,Z) = B.
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Ψ est une matrice diagonale représentant la variance spécifique aux variables expli-
catives.

De manière équivalent, le modèle (1.4) conduit à la décomposition suivante de
la matrice de variance-covariance Σ :

Σ = Ψ +BB′.

D’un point de vue numérique, cette décomposition est intéressante car elle permet
notamment l’inversion de Σ en ne faisant appel qu’à l’inversion de matrices dia-
gonales ou de petite dimension (q × q) par la formule de Woodbury (Press et al.
(2007)) :

Σ−1 = Ψ−1 −Ψ−1B(Iq +B′Ψ−1B)−1B′Ψ−1.

Plusieurs méthodes de tests ou de sélection de variables s’appuient sur l’identi-
fication du noyau de dépendance BZ pour décorréler les variables explicatives : on
dénote entre autres SVA pour surrogate variable analysis (Leek and Storey (2007)),
FAMT pour factor analysis for multiple testing (Friguet et al. (2009)), LEAPP pour
latent effect adjustment after primary projection (Sun et al. (2012)). La principale
différence entre ces méthodes réside sur la technique de séparation du signal et
du bruit, structuré par l’effet des facteurs latents sur la variable réponse dans la
procédure d’estimation des paramètres du modèle (1.4). Toutes les méthodes sup-
posent que le signal est parcimonieux et l’estimation de la structure de dépendance
repose sur l’identification des variables hors du support du signal, assimilables à du
bruit pur.

Plusieurs techniques existent pour identifier ces variables, à partir desquelles on
peut identifier la structure de dépendance du bruit. Dans la procédure FAMT (fac-
tor analysis for multiple testing), proposée par Friguet et al. (2009), les variables
explicatives sans effet sur la variable réponse sont identifiées par seuillage sur les
statistiques de test. Causeur et al. (2012) propose une adaptation de FAMT pour
l’analyse de potentiels évoqués cognitifs. La méthode FAMT est implémentée dans
le package R FAMT (Causeur et al. (2011)). La méthode SVA (surrogate variable
analysis , Leek and Storey (2007), Leek and Storey (2008)) estime les coefficients
associés à la covariable sans ajustement sur la dépendance puis isole itérativement
les facteurs latents en pondérant par un poids faible les variables pour lesquelles l’ef-
fet est non nul. Cette méthode est implémentée dans le package R sva (Leek et al.
(2014)). Enfin, dans la procédure d’estimation LEAPP (latent effect adjustment
after primary projection), Sun et al. (2012) introduisent une matrice de rotation
transformant les données de telle manière à concentrer l’ensemble du signal sur une
seule variable. Les facteurs latents sont alors estimés à partir des autres variables
transformées par un modèle de régression à effets mixtes. Enfin, la structure en
facteurs est intégrée dans l’estimation de l’effet de la variable transformée concen-
trant le signal. Cette méthode est implémentée dans le package R leapp (Sun et al.
(2014)).
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2.2.2 Estimation des paramètres

La littérature sur l’estimation des paramètres du modèle à facteurs, en parti-
culier pour ses applications traditionnelles en psychologie, est vaste (Mardia et al.
(1979)). L’estimation par maximum de vraisemblance introduite par Jöreskog
(1967) est adaptée à l’hypothèse de normalité des variables explicatives introduite
plus haut. Cependant, la maximisation directe de la vraisemblance n’est pas
possible en grande dimension. Friguet et al. (2009) proposent un algorithme EM
(Rubin and Thayer (1982)) s’appuyant sur un parallèle entre facteurs latents et
données manquantes. Lorsque B et Ψ sont connus, les facteurs latents sont estimés
par les scores de Thomson (Thomson (1951)) et par la formule d’inversion de
Woodbury :

E(Z|X = x) = B′Σ−1x

= (Iq +B′Ψ−1B)−1B′Ψ−1x.

2.2.3 Nombre de facteurs

Le choix du nombre de facteurs q à retenir dans le modèle à facteurs est un
point crucial de l’analyse. Extraire un trop grand nombre de facteurs peut rendre
l’estimation des variances résiduelles spécifiques Ψ artificiellement faibles et mener
à des décisions erronées lors de l’étape de sélection de variables.

Par analogie avec l’analyse en composantes principales, les méthodes les plus
classiques pour estimer le nombre de facteurs reposent sur l’examen de la séquence
ordonnée dans l’ordre décroissant des valeurs propres de la matrice de variance-
covariance. Certaines procédures simples comme la méthode de Kaiser, retiennent
le nombre de valeurs propres supérieures à 1 ou à la moyenne des valeurs propres
(Kaiser (1960)). Pour l’essentiel toutefois, les méthodes de détermination du nombre
de facteurs cherchent à identifier une rupture dans la décroissance de la séquence des
valeurs propres, aussi appelée coude. Certains auteurs ont proposé des procédures de
détermination automatique de ce coude. Zoski and Jurs (1993) proposent ainsi une
méthode basée sur des régressions sur des séquences embôıtées de valeurs propres
successives, le nombre de facteurs étant alors déterminé par le nombre de valeurs
propres dans la séquence pour laquelle la différence de pente entre deux régressions
successives est maximale. De nombreuses autres méthodes privilégient une approche
par tests de comparaison de modèles embôıtés (voir entre autres Anderson (1963),
Bartlett (1950), Bartlett (1951), Lawley (1956)). Ces méthodes sont toutefois peu
utilisées en grande dimension, principalement car elles surestiment le nombre de
facteurs. Dans une revue détaillée de nombreuses méthodes, Ford et al. (1986)
suggèrent que l’analyse parallèle (Buja and Eyuboglu (1992)) décrite à présent est
la méthode la plus performante. Buja and Eyuboglu (1992) proposent de retenir le
nombre de valeurs propres de la matrice de covariance empirique supérieures à la
moyenne (ou à un quantile) des valeurs propres de matrices de mêmes dimensions
obtenues par ré-échantillonnage sous l’hypothèse d’absence de structure en facteurs.
Il s’agit de la méthode utilisée dans SVA par Leek and Storey (2007) et dans LEAPP
par Sun et al. (2012).
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Enfin, dans le contexte des tests multiples en grande dimension, Friguet et al.
(2009) proposent une méthode pour estimer le nombre de facteurs en grande dimen-
sion, par minimisation du critère d’inflation de la variance du nombre de faux posi-
tifs. En situation d’indépendance, ce nombre de faux positifs suit une loi Binomiale
dont on peut donner explicitement l’expression de la variance. Friguet et al. (2009)
donnent une expression analytique νk pour l’inflation de la variance du nombre de
faux positifs, lorsque la covariance entre les statistiques de tests est décrit par un
modèle à k facteurs. Ils montrent ainsi que cette inflation de variance est une fonc-
tion croissante du niveau de dépendance entre les statistiques de tests. Les auteurs
déterminent alors le nombre de facteurs par minimisation de la variance du nombre
de faux positifs, estimée quand les tests sont calculés à partir des résidus du modèle
à k facteurs : ε̂ − B̂kẐk pour chaque modèle à k facteurs (Bk,Ψk). Dans la suite,
on utilisera cette méthode pour déterminer le nombre de facteurs.

2.2.4 Décorrélation par ajustement des effets des facteurs la-
tents

Après estimation des paramètres du modèle à facteurs et des variables latentes,
l’idée principale des méthodes de sélection est de travailler sur des données
décorrélées. On définit les données ajustées sur l’effet de ces facteurs latents par :

X̃ = X −BZ.

En pratique, on approche les facteurs latents Z par Z̃ = E(Z|X). Pour faire le lien
avec les méthodes de décorrélation basées sur les innovations, on peut remarquer
que :

X −BZ̃ = ΨΣ−1X.

Ainsi, les méthodes statistiques initialement développées sous l’hypothèse
d’indépendance ou de faible dépendance peuvent être appliquées aux données
obtenues après ajustement de l’effet des facteurs latents. Friguet et al. (2009)
montrent les bonnes propriétés de la méthode de Benjamini-Hochberg appliquée
aux statistiques de tests calculées sur les données décorrélées. De la même manière,
dans une optique de classification supervisée, Leek et al. (2014) proposent de
combiner à l’étape de décorrélation une analyse diagonale discriminante dans
laquelle les paramètres sont estimées par shrinkage (Tibshirani et al. (2002)).

3 Synthèse : fardeau ou aubaine ?

Il est intéressant de remarquer que peu d’articles proposent des résultats
théoriques sur les performances de procédures de sélection de variables dans
un cadre général de dépendance : la plupart des résultats supposent en effet
l’indépendance entre variables explicatives (le bien connu X1, . . . , Xn i.i.d.), une
faible dépendance ou une corrélation très structurée, comme par exemple une
structure auto-régressive (Hall and Jin (2008), Hall and Jin (2010)). Certaines
méthodes ignorant la corrélation entre statistique de tests ou de sélection s’avèrent
d’ailleurs robustes à la dépendance (Ahdesmäki and Strimmer (2010), Efron (2008),
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Hand (2006), Efron (1975)), ce qui peut laisser penser que cette dépendance peut
être négligée en pratique.

Pourtant, sur la base à la fois d’un argumentaire théorique et d’observations
pratiques, il semble dangereux de généraliser à des situations arbitrairement
complexes de dépendance les propriétés des procédures établies sous l’hypothèse
d’indépendance. Dans les contextes de données d’ERP ou génomiques évoquées
dans ce manuscrit, l’impact de la dépendance sur les propriétés des procédures
standards est en effet clairement négatif : perte de stabilité des procédures de tests
ou de sélection, diminution des niveaux de performance. En d’autres termes, si
l’on s’intéresse à la perturbation engendrée par la dépendance sur les propriétés
de méthodes construites idéalement sous l’hypothèse d’indépendance, il peut être
tentant de conclure que la dépendance est un fardeau.

En revanche, l’intégration d’un modèle de la dépendance dans la construction
des méthodes permet d’atteindre non seulement l’objectif de restaurer les propriétés
de stabilité sous l’hypothèse d’indépendance mais aussi de réduire le bruit, de mieux
identifier le signal et donc d’augmenter la puissance des procédures de tests et de
sélection. C’est aussi le constat fait par Hall and Jin (2010) dans un paragraphe
intitulé correlation, curse or blessing ? où les auteurs démontrent selon deux raison-
nements que face à un problème de tests multiples, la situation est plus favorable
lorsque les statistiques de test sont corrélées. S’inspirant du paradigme du signal
Rare and Weak de Donoho and Jin (2008), Hall and Jin (2010) considèrent qu’un
vecteur de statistiques de test est un vecteur gaussien que l’on peut écrire comme
le modèle suivant :

X = µ+ Z

où Z ∼ Nm(0,Σ). Le signal est un vecteur µ parcimonieux dont k coordonnées
sont non nulles parmi m et de même amplitude Am, les indices des coordonnées
non nulles sont notés `1, . . . , `K ∈ {1, . . . ,m}, l’ensemble de ces indices formant le
support du signal. Σ est une matrice de corrélation et l’on cherche à comparer la
situation où Σ = Im à celle où Σ 6= Im, du point de vue de l’estimation du support du
signal. Comme les moyennes µ sont les mêmes dans les deux problèmes, une manière
de les comparer est de mesurer la quantité d’incertitude du bruit Z par l’entropie
différentielle. Pour une loi de probabilité à densité φ, l’entropie différentielle s’écrit :

h(Z) = −
∫
Rm

φ(z) log(φ(z))dz.

Dans le cas d’une loi normale multivariée, h(Z) est proportionnelle au déterminant
de la matrice de corrélation Σ (Cover and Thomas (2006)).

h(Z) ∝ |Σ|.

Enfin, le déterminant d’une matrice de corrélation est maximum lorsqu’elle est égale
à l’identité. En effet, si λ1, . . . , λm sont les valeurs propres de Σ et |Σ| désigne le
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déterminant de Σ, par convexité de la fonction x 7→ log(x) on a :

log |Σ| =
m∑
k=1

log(λk)

log |Σ| ≤ m log(
1

m

m∑
k=1

λk) = 0,

donc

|Σ| ≤ 1 = |Im|.

Ainsi, le cas de statistiques de test indépendantes contient plus d’incertitude que le
cas corrélé et peut donc être considéré, selon ce point de vue, comme plus difficile.

Une autre façon de montrer que le cas où Σ 6= Im est une situation favorable
est de reprendre l’approche suggérée par Hall and Jin (2010) de décorrélation par
la factorisation de Cholesky inverse (on rappelle que UmΣU ′m = Im) :

UmX = Umµ+ UmZ

avec UmZ ∼ N (0, Im). La structure de covariance étant la même, on peut comparer
l’amplitude du signal sur son support (`1, . . . , `K). Hall and Jin (2010) montrent
que le signal dans le cas décorrélé est plus fort. En effet, si l’on s’intéresse aux
coordonnées (`1, . . . , `K) du vecteur (Umµ), alors :

(Umµ)lk = Am

K∑
j=1

Um(lk, lj)

= AmUm(lk, lk) +Am

K−1∑
j=1

Um(lj , lk)

car la matrice Um issue de la factorisation de Cholesky inverse est triangulaire
inférieure. On peut maintenant remarquer que les termes diagonaux de Um sont
supérieurs à 1 car Σ est une matrice de corrélation. Ainsi,

Um(lk, lk) ≥ 1.

Enfin, les auteurs introduisent des hypothèses de décroissance “rapide” des termes
extra-diagonaux des matrices Σ et Um. Sous cette condition, et comme le signal est
rare, les termes Um(lj , lk) sont proches de 0 :

Um(lj , lk) ≈ 0.

Finalement, les auteurs en concluent que :

(Umµ)lk & Am.

Autrement dit, le cas corrélé est une situation plus favorable, ce qui apporte une
autre justification aux approches de décorrélation.
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On retrouve des conclusions similaires dans Verzelen (2012), où l’auteur étudie
les limites de détectabilité et d’estimabilité d’un signal dans un problème général
de régression, en fonction de sa parcimonie et de son amplitude. Il établit des
bornes minimax du risque et en déduit une caractérisation des situations de grande
dimension dans lesquelles le signal n’est ni détectable, ni estimable. Ainsi, la “ultra
haute dimension” est définie de manière formelle en fonction d’un paramètre de
parcimonie k (le nombre de coordonnées non nulles du vecteur des coefficients de
régression) et du nombre d’individus n :

k log(
m

k
)� n.

Verzelen (2012) établit aussi des bornes minimax en situation de dépendance et en
conclut que la dépendance favorise la détectabilité du signal. En effet, il démontre
que l’amplitude minimale du signal nécessaire pour séparer l’hypothèse alternative
de l’hypothèse nulle est supérieure lorsque les variables sont indépendantes.

Ce manuscrit apporte de nouvelles illustrations des résultats précédents. Ainsi,
on donne dans le Chapitre 3 l’expression des taux d’erreurs minimaux de classi-
fication par la règle de Bayes lorsque le profil des variables explicatives présente
une dépendance structurée par l’effet linéaire de facteurs latents. Dans ces mêmes
conditions, on donne également dans le Chapitre 4 les bornes de détectabilité d’un
signal, tel que défini par Donoho and Jin (2004) et on montre que le plus petit
signal détectable est plus faible en situation de forte dépendance.

4 Organisation de la thèse

Le Chapitre 2 présente une procédure d’identification du support d’un signal
pour des données de potentiels évoqués cognitifs (ERPs) issues d’une expérience
visant à détecter les différences d’activité cérébrales entre différentes conditions
expérimentale. Les données d’ERP sont caractérisées par une structure en blocs
d’intervalles de temps de leur dépendance, combinée avec une composante auto-
régressive d’ordre 1. La méthode proposée exploite cette structure de covariance
remarquable pour estimer conjointement le signal et les corrélations résiduelles du
modèle, en prenant pour hypothèses une connaissance a priori d’intervalles de temps
pour lesquels le signal est nul et l’existence d’une structure à facteurs pour la matrice
de covariance résiduelle. Les résultats de ce chapitre ont fait l’objet d’un article en
seconde révision (Sheu et al. (2015)).

Le Chapitre 3 est dédié à l’étude de l’impact de la dépendance sur la stabilité de
la sélection de variable pour la classification supervisée. La méthode proposée s’ap-
puie sur l’introduction de facteurs latents de dépendance dans un modèle linéaire
généralisé. La méthode d’ajustement alterne une étape d’estimation de la structure
de covariance et des moyennes par groupe avec une étape d’estimation des pro-
babilités individuelles d’appartenance aux groupes, intervenant dans l’ajustement
des données par les effets latents. Les résultats de ce chapitre ont fait l’objet d’un
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article (Perthame et al. (2015)) et d’un package R intitulé FADA disponible sur le
CRAN (Perthame et al. (2014)).

Le Chapitre 4 présente une adaptation de la méthode Higher Criticism Thre-
sholding à une situation de dépendance entre statistique de tests. Donoho and Jin
(2004) montrent que cette méthode, développée initialement pour la détection d’un
signal puis pour l’estimation du support du signal dans un contexte général de
comparaisons multiples, est optimale sous une hypothèse d’indépendance. Cepen-
dant, certains auteurs suggèrent que ces propriétés sont considérablement remises
en cause lorsque la dépendance entre les tests est importante. Dans ce chapitre, on
étudiera l’apport d’une approche HCT basée sur une décorrélation préalable pour la
détection d’un signal cognitif dans le cadre de mesures d’ERPs. La modélisation par
un modèle à facteurs de la dépendance offre en effet un cadre théorique favorable,
dans lequel le calcul des innovations est rendu possible par le calcul explicite d’une
racine de l’inverse de la matrice de covariance. Dans ce contexte, on donne aussi
l’expression de nouvelles bornes de détectabilité et d’estimabilité du support du
signal prenant en compte la structure de dépendance. Les résultats de ce chapitre
font l’objet de la rédaction d’un article.

Enfin, le Chapitre 5 rappelle les principaux points évoqués et conclut ce manus-
crit par des perspectives.

Ce travail de recherche a été diffusé sous forme d’articles et de communications
orales lors de conférences et de séminaires, dont une liste est présentée dans le
Chapitre 6.





CHAPITRE 2

TESTS MULTIPLES POUR DES DONNÉES DE
POTENTIELS ÉVOQUÉS COGNITIFS

Résumé : les potentiels évoqués sont des mesures temporelles
de l’activité électrique cérébrale et permettent des associations
entre des occurrences moteurs ou cognitives et des mécanismes
cérébraux. Le signal sous-jacent aux ERPs est souvent rare
et faible au regard de la grande variabilité inter-individuelle.
Ainsi, l’identification d’associations significatives entre les mesures
d’ERP et des variables comportementales (ou expérimentales)
d’intérêt représente un véritable problème statistique. Une ap-
proche de prise en compte de la dépendance par un modèle à
facteurs est justifiée par la structure de dépendance observée sur
les données ERP, caractérisée par des blocs de corrélations et de
fortes auto-corrélations. Une procédure adaptative d’ajustement
sur l’effet de facteurs latents est proposée. Cette procédure est
fondée sur une estimation jointe du signal et du bruit sous-jacent
aux données, à partir d’une connaissance préalable d’intervalles de
temps durant lesquels du bruit seul est observé. Une étude par si-
mulations est réalisée à partir d’un signal connu imposé intégré à la
structure de dépendance extraite des données réelles. La procédure
proposée atteint de bonnes performances relativement aux autres
méthodes comparées et apparait plus puissante pour détecter des
intervalles de temps pertinents.
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2 Modèle pour l’analyse de données ERPs . . . . . . . . . . . 36

2.1 Expérience d’oubli direct . . . . . . . . . . . . . . . . . . . . 36
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3.1 Procédures standards de correction des probabilités critiques 40
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Le contenu de ce chapitre correspond à un article intitulé “Accounting for the
dependence in large-scale multiple testing of event-related potential data” actuel-
lement en seconde révision dans la revue Annals of Applied Statistics (Sheu et al.
(2015)).

1 Introduction

Les études cliniques et la recherche médicale font de plus en plus appel aux
données à haut-débit telles que les potentiels évoqués-cognitifs (ERPs, Handy
(2004)) et l’imagerie par résonance magnétique fonctionnelle (fMRI, Poldrack
et al. (2011)). En effet, les ERPs permettent d’étudier très précisément l’évolution
temporelle d’un processus cérébral et l’imagerie par fMRI permet de localiser des
zones du cerveau activées par des conditions expérimentales. Ces données étant
recueillies massivement, les chercheurs font face à des problèmes de correction des
tests multiples : la recherche d’effets significatifs parmi des milliers de comparaisons
demande un équilibre entre le contrôle d’un faible taux de faux positifs tout en
maintenant une puissance de détection suffisante. Le but de ce chapitre est
d’atteindre cet objectif sur des données d’ERPs présentant une forte et complexe
structure de dépendance temporelle.
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Un état de l’art sur l’analyse univariée de données ERPs est réalisé dans Groppe
et al. (2011a) et Groppe et al. (2011b). Les auteurs se concentrent sur une com-
paraison entre des méthodes contrôlant le taux de faux positifs (FDR) (Benjamini
and Hochberg (1995)) et des méthodes fondées sur du ré-échantillonnage (Blair and
Karniski (1993)). Cependant, ces articles ne font pas mention de la dépendance
entre les tests, héritée de la forte dépendance temporelle des données ERPs. En
effet, une forte corrélation entre les variables affecte la précision de l’estimation
du FDR et la stabilité des résultats (c’est-à-dire, la variance de la proportion de
découvertes) (voir Efron (2007)). Ainsi, négliger la dépendance entre tests réduit la
capacité de détection des procédures (Leek and Storey (2008)).

La remarquable structure de dépendance temporelle des ERPs entraine une
forte régularité temporelle des statistiques de test. On observe alors des intervalles
de temps, en dehors du support du signal, pour lesquels les probabilités critiques
sont très faibles. Différentes approches spécifiques aux ERPs existent pour résoudre
ce problème de dépendance entre statistiques de test. Le test de Guthrie-Buchwald
(Guthrie and Buchwald (1991)), proposé avant l’essor des méthodes contrôlant le
FDR, considère qu’un intervalle de temps est significatif lorsque les probabilités
critiques sont inférieures à un certain seuil (0.05 par exemple) et s’il est suffisamment
long. La durée de l’intervalle de temps est alors comparée à la distribution des
durées de processus auto-régressifs simulés sous l’hypothèse nulle. Cependant, cette
procédure n’est pas construite pour contrôler le taux de faux positifs. Dans le même
contexte, Sun and Cai (2009) propose une méthode utilisant un modèle à chaine de
Markov cachée pour prendre en compte la corrélation. Ce modèle suppose l’existence
de classes latentes, structurant les données. Enfin, les méthodes fondées sur un
modèle à facteurs latents (SVA Leek and Storey (2007), LEAPP Sun et al. (2012),
FAMT Friguet et al. (2009)) présentées dans le Chapitre 1, Section 2.2 permettent
aussi de prendre en compte cette dépendance multivariée.

En particulier, une adaptation de la procédure FAMT (Friguet et al. (2009),
Causeur et al. (2011)) au contexte des ERPs est proposée par Causeur et al.
(2012). Sur des simulations d’ERPs, cette méthode donne de meilleurs résultats
de détection du signal que des procédures standards telles que la correction de
Benjamini-Hochberg (Benjamini and Hochberg (1995)). Excepté le test de Guthrie-
Buchwald, toutes ces méthodes ne proposent pas de tirer profit de la composante
temporelle de la dépendance pour séparer le signal du bruit. Le but de ce chapitre
est d’illustrer comment la dépendance induit une régularité dans l’estimation du
signal, qui mène à une mauvaise identification du support du signal, entrainant
ainsi une confusion entre l’effet des covariables et les facteurs latents. Ensuite, un
algorithme alternant estimation des paramètres du modèle à facteurs et effet des co-
variables sachant la structure de covariance et une connaissance a priori d’intervalles
de temps sous l’hypothèse nulle est proposé.

La Section 2 de ce chapitre décrit l’expérience d’oubli direct mise en place par
les psychologues puis le modèle utilisé pour l’analyse de données ERPs est présenté.
Durant cette expérience, les ERPs correspondent à l’activité cérébrale mesurée au
cours du temps. La variable comportementale d’intérêt est une mesure de la mémoire
de reconnaissance. On s’intéresse ici à la structure de dépendance des statistiques de
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tests qui permettent d’étudier l’association entre les ERPs et ce score de reconnais-
sance. La Section 3 illustre l’impact de la dépendance sur des procédures classiques
de comparaisons multiples. La procédure adaptative d’ajustement sur les facteurs
latents proposée est ensuite détaillée dans la Section 4. Cette procédure capture de
manière itérative la corrélation résiduelle des données par un modèle à facteurs et
corrige l’estimation du signal de la régularité induite par la corrélation de l’activité
cérébrale. La Section 5 présente les résultats de simulations visant à comparer la
méthode proposée à des procédures standards de correction des probabilités cri-
tiques et à d’autres procédures reposant sur un modèle à facteurs. Enfin, la Section
6 présente les résultats de l’analyse des données réelles d’ERPs recueillies lors de
l’expérience d’oubli direct. On remarquera que les procédures standards contrôlant
le FDR ne détectent aucun intervalle de temps durant lequel l’activité cérébrale
est significativement liée au score de performance. Inversement, la méthode pro-
posée déclare significative une vague de corrélations autour de 400 ms, ce qui peut
être expliqué par la composante FN400, déjà mentionnée dans la littérature sur la
mémoire de reconnaissance (voir Rugg and Curran (2007)).

2 Modèle pour l’analyse de données ERPs

2.1 Expérience d’oubli direct

Le développement de la méthode proposée a été motivé par une étude de données
ERPs dont le but est d’explorer les processus électro-physiologiques associés au
phénomène d’oubli direct. L’étude fait appel à un paradigme expérimental simi-
laire à celui décrit par Lee et al. (2013) pour étudier la capacité d’oubli ou de
mémorisation intentionnels d’objets présentés à des sujets. L’expérience est com-
posée de deux phases. Dans la phase d’apprentissage, on demande à 20 partici-
pants de mémoriser (signalé par un “+”) ou d’oublier (signalé par un “X”) un
mot brièvement projeté sur un écran. Les ERPs sont mesurés pendant 1000 milli-
secondes (ms) pour chacun des 90 mots, 45 mots à oublier (TBF, to-be-forgotten)
et 45 à retenir (TBR, to-be-remembered). Ensuite, on teste la capacité des sujets
à reconnâıtre si un mot leur a déjà été présenté (ancien ou nouveau mot). Durant
la phase de test, 90 nouveaux mots sont ajoutés aux 90 anciens. Pour mesurer la
capacité de reconnaissance, on calcule la proportion de bonnes réponses (le sujet
reconnâıt qu’un ancien mot lui a déjà été présenté) moins la proportion de fausses
alertes (le sujet croit à tort qu’un nouveau lui a déjà été présenté). Les données
ERPs mesurées une fois par milli-seconde sur neuf électrodes (3 sur la région fron-
tale, 3 sur la région centrale et 3 sur la région postérieure) sont pré-traitées. Pour
chaque participant et chaque condition, les signaux sont moyennés sur l’ensemble
des mots. La Figure 2.1 présente les vingt courbes (une par sujet) de la condition
TBR de l’électrode CZ (milieu de la région centrale).
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Figure 2.1 – Courbes d’ERPs de la condition TBR pour l’électrode CZ (milieu de
la région centrale) lors de l’expérience d’oubli direct. Un point correspond à 1 ms.

2.2 Modèle et statistique de tests

2.2.1 Modèle générale

On suppose que l’activité cérébrale diffère si on a demandé au sujet d’oublier ou
de mémoriser les mots et que cette différence se traduit par des intervalles de temps
différents durant lesquels l’activité cérébrale est significativement corrélée au score
de performance. Pour chaque électrode placée sur la tête du sujet, cette recherche
d’intervalles peut se traduire par un problème de comparaisons multiples analysant
la relation entre le score de reconnaissance x et les ERPs sous les deux instructions.
Ainsi, pour la mesure Yjkt de l’individu j, j variant de 1 à n, à l’instant t pour la
condition k (k = 1 pour TBR et k = 2 pour TBF), on a le modèle :

Yjkt = α0,t + βjt + γkt + αktxjk + εjkt, (2.1)

où l’effet individuel d’un sujet est βt = (β1t, . . . , βnt) avec la contrainte d’unicité∑
j βjt = 0, l’effet de la condition expérimentale est γt = (γ1t, γ2t) avec la contrainte

d’unicité γ1t+γ2t = 0 et αkt est l’effet du score de reconnaissance au temps t pour la
condition k avec la contrainte α1t+α2t = 0 pour tout t variant de 1 à T . Le bruit εjkt
est supposé gaussien et l’on suppose dans un premier temps que Cov(εjkt, εjkt′) = 0.
On verra par la suite qu’on peut relâcher cette hypothèse.

2.2.2 Allure de la statistique de test

A chaque instant t pour la condition k, le problème revient à tester l’hypothèse
nulle Hkt

0 , sous laquelle le score de reconnaissance n’a pas de lien avec la mesure
ERPs à l’instant t, contre l’alternative Hkt

1 :

Hkt
0 : αkt = 0

Hkt
1 : αkt 6= 0,
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Figure 2.2 – Statistique de tests de significativité de αt pour l’électrode CZ pour
les conditions TBR (trait plein) et TBF (pointillés). Les lignes horizontales corres-
pondent aux quantiles à 2.5 et 97.5 % de la distribution sous l’hypothèse nulle.

pour k = 1, 2 et t = 1, . . . , T . La t-statistique associée à ce test pour l’électrode CZ
est présentée sur la Figure 2.2. On remarque peu d’intervalles de temps significatifs,
surtout pour la condition TBF. De plus, la régularité des courbes est incompatible
avec celle d’une collection de statistiques de tests indépendantes suivant une loi
de Student. Or, il est connu qu’une forte dépendance entre les tests modifie la
distribution des statistiques de tests sous l’hypothèse nulle (Friguet and Causeur
(2011)).

Cette forte dépendance temporelle est aussi confirmée par la Figure 1.1 in-
terprétée dans le Chapitre 1 page 18, présentant l’histogramme des corrélations
résiduelles ainsi qu’une image de la matrice de corrélation pour l’électrode CZ.

2.2.3 Modèle pour l’analyse de l’expérience d’oubli direct

Pour analyser les données ERPs, il est nécessaire de prendre en compte la
dépendance dans le modèle (2.1). Si Yit désigne la mesure de l’activité cérébrale
pour le sujet i = 1, . . . , n à l’instant t = 1, . . . , T où T est le nombre de mesures.
Une expérience de 1 000 ms avec une mesure d’ERP toutes les 10 ms mène par
exemple à T = 100 mesures. On pose un modèle linéaire multivarié pour expli-
quer le lien entre les mesures d’ERPs et les covariables xi = (xi1, . . . , xip) ajusté
éventuellement sur l’effet de covariables d’ajustement ui = (ui1, . . . , uir) :

Yit = α0,t + α′txi + a′tui + εit, (2.2)

où α0,t est la constante du modèle, pour chaque instant t, αt et at, des vecteurs de
tailles p et r, sont les coefficients de régression associés à l’effet sur les mesures ERPs
des covariables x et u respectivement et εit est un bruit gaussien centré d’écart-
type σt. L’indépendance temporelle entre les termes d’erreur εit est généralement
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supposée. Pour chaque sujet i, le vecteur εi = (εi1, . . . , εiT ) suit une loi normale
multivariée centrée de variance :

Dσ = diag(σ2
1, . . . , σ

2
T ),

où diag(.) est l’opérateur transformant un vecteur en une matrice dont les termes
diagonaux sont les termes du vecteur. Afin de prendre en compte la dépendance des
données d’ERPs, on relâche l’hypothèse d’indépendance des résidus dans le modèle
(2.2) et on suppose que :

Var(ε) = Σ

= D1/2
σ RD1/2

σ ,

où R est la matrice T × T des corrélations résiduelles.

Deux types de covariables sont introduites dans le modèle (2.2) : x, dont les
effets sur les mesures ERPs nous intéressent, et u, des covariables auxiliaires. Dans
l’expérience d’oubli direct, u contient l’effet du sujet et l’effet principal de la condi-
tion (TBR et TBF). La seule variable d’intérêt x est le score de reconnaissance.
Le cas p = 1 recouvre un grand nombre de situations dans lesquelles x peut
être numérique (comme le score de reconnaissance) ou une variable catégorielle
à deux modalités. Ces conditions expérimentales sont les plus courantes dans les
expériences utilisant les ERPs (Handy (2004)) (on peut avoir p > 1 lorsque la co-
variable d’intérêt est une variable de groupes avec un nombre de groupes K > 2).
Dans la suite, le terme signal désigne la matrice α(T × p) dont les lignes sont les
p-vecteurs αt.

Sur les données ERPs, le signal est souvent à la fois rare et faible. Un signal rare
signifie que pour la plupart des instants t, l’hypothèse nulle H0t : αt = 0 est vraie
(c’est-à-dire qu’il n’y a pas de signal sur la plupart de la durée de l’expérience). Un
signal faible signifie qu’il est difficile de détecter les instants pour lesquels H0t est
fausse, étant donné le faible nombre d’observations et la grande variabilité résiduelle.
Dans le cadre du modèle linéaire, la sélection d’instants significatifs est fondée sur
une série de tests d’hypothèse sur les termes de la matrice α(T × p), dont la t-ème
ligne notée αt représente les effets du vecteur de covariables x sur l’activité cérébrale
au temps t. On note α̂(T × p) la matrice du signal observé, dont les lignes α̂t sont
calculées par la méthode des moindres carrés appliquée au modèle (2.2) :

α̂t = (x′Pux)−1x′PuYt,

où Pu = In − U(U ′U)−1U ′ avec U est la matrice n × (r + 1) dont la ligne i est
(1, ui), Yt = (Y1t, . . . , Ynt) et x est la matrice n× p dont la ligne i est xi. Le vecteur
T = (Tt)t=1,...,T des statistiques de test associées aux hypothèses de test H0t est
donné par la statistique de Fisher suivante :

Tt =
1

p

α̂′tx
′Puxα̂t
σ̂2
t

, (2.3)

où σ̂2
t est l’estimateur standard de la variance résiduelle du modèle (2.2).
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Sous l’hypothèse nulle, chaque composante Tt de T suit une loi de Fisher à p
et d = n − p − r − 1 degrés de liberté. Ici, p = 1, ce qui explique l’utilisation des
statistiques de Student : celles-ci sont en fait la racine carrée signée des statistiques
de test Tt. Dans la suite, on désigne par pt la probabilité critique associée à la
statistique Tt.

Sous les hypothèses du modèle linéaire, on peut confirmer que les statistiques de
test héritent directement de la structure de dépendance des données par la matrice
de corrélation R : sous l’hypothèse nulle globale H0 =

⋂
tH0t, les composantes de

Tt suivent une loi de Fisher dont la structure de corrélation est :

Cor(Tt, Tt′) = r2
tt′

(
1

p
+

1

d

)
p(d− 4)

p+ d− 2
∼

d→+∞
r2
tt′

où rtt′ est le terme (t, t′) de la matrice R. La section suivante illustre l’impact
de la dépendance sur des procédures classiques de tests multiples puis la méthode
permettant de prendre en compte la dépendance au sein du test des coefficients du
modèle (2.2) est présentée.

3 Dépendance temporelle entre statis-

tiques de test

Ce paragraphe a pour but de rappeler quelques outils de la théorie des compa-
raisons multiples nécessaires dans la suite de ce chapitre.

3.1 Procédures standards de correction des proba-

bilités critiques

La plupart des méthodes de correction des probabilités critiques consistent à
rejeter l’hypothèse nulle H0,t si pt ≤ p∗ où p∗ est un seuil choisi de telle façon
que le nombre Vs de rejets à tort est contrôlé. Les méthodes les plus connues sont
construites pour un nombre modéré de tests, comme pour la comparaison post-hoc
en analyse de la variance. Leur but est de contrôler le FWER (family wise error
rate) défini comme la probabilité d’obtenir au moins un faux positif :

FWERs = P(Vs ≥ 1).

Les méthodes contrôlant le FWER garantissent que FWERs ≤ α où α est fixé
à l’avance. Cependant les méthodes contrôlant le FWER telles que la correction
de Bonferroni (voir Bonferroni (1936)) sont souvent trop conservatives quand le
nombre de tests est grand. Depuis les 20 dernières années, les questions soulevées
par les comparaisons multiples ont généré le développement d’un grand nombre
de procédures de tests et de méthodes de seuillage pour les données en grande
dimension (voir van der Laan and Dudoit (2007), Efron (2007) pour une revue des
méthodes les plus utilisées, Groppe et al. (2011a), Groppe et al. (2011b), Lage-
Castellanos et al. (2010) pour les données d’ERPs en psychologie. Parmi elles, on
compte une nouvelle famille de méthodes visant à contrôler, non plus le FWER
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mais le FDR (False Discovery Rate), défini comme l’espérance de la proportion de
rejets à tort de l’hypothèse nulle parmi les rejets :

FDRs = E(FDPs),

où la proportion de rejets à tort FDP (False Discovery Proportion) vaut :

FDPs =

{
0, si Rs = 0
Vs
Rs
, si Rs > 0,

où Rs est le nombre de rejets. Une de ces méthodes est la correction très connue de
Benjamini-Hochberg (BH) (voirBenjamini and Hochberg (1995)), pour laquelle les
probabilités critiques corrigées s’expriment :

pBHt = pt
T

rang(pt)
,

où rang(pt) est l’indice associé au rang de pt. On s’intéresse ici aux méthodes
contrôlant le FDR par la méthode de BH pour des tests corrélés. La méthode
la plus connue est la méthode de Benjamini-Yekutieli (BY) (voir Benjamini and
Yekutieli (2001)), qui modifie la procédure de BH afin de contrôler le FDR sous
des hypothèses spécifiques de dépendance positive entre les tests. Les probabilités
critiques corrigées sont définies dans ce cas par :

pBYt = pt
T

rang(pt)

T∑
t=1

1

t
.

Dans le contexte des ERPs, la méthode de Guthrie-Buchwald (GB) (voir Guthrie
and Buchwald (1991)) est la première à prendre en compte la dépendance temporelle
en supposant que les statistiques de test suivent un processus auto-régressif d’ordre
1. Le test de Guthrie-Buchwald, proposé avant l’essor des méthodes contrôlant
le FDR, considère qu’un intervalle de temps est significatif si les probabilités cri-
tiques sont inférieures à un certain seuil (0.05 par exemple) et s’il est suffisamment
long. La durée d’un intervalle est comparée à la distribution des durées de proces-
sus auto-régressifs simulés sous l’hypothèse nulle. Cependant, cette procédure n’est
pas construite pour contrôler le taux de faux positifs. Le but de la méthode est
d’empêcher la détection d’intervalles de temps trop courts plutôt que de contrôler
l’erreur de type I.

Dans la section suivante, on étudie les propriétés des corrections de Benjamini-
Hochberg, Benjamini-Yekutieli et de la méthode de Guthrie Buchwald en situation
de forte dépendance sur des simulations.

3.2 Impact de la dépendance sur les procédures de

tests multiples

Afin d’illustrer l’impact de la dépendance temporelle sur la capacité des
procédures à identifier un signal connu, on réalise une étude par simulations. On
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génère n×T données d’ERPs selon le modèle (2.2), avec n = 20 sujets et une durée
d’expérience de T = 1 000 ms, comme dans l’expérience d’oubli direct présentée
dans la Section 2.1. Pour chaque jeu de données simulé, la seule covariable x est
le score de reconnaissance centré, comme celui observé dans la condition TBR de
l’expérience. On pose α0,t = 0, αt = 0 pour tout t = 1, . . . , T et les écart-types
résiduels σt, t = 1, . . . , T correspondent aux estimations calculées sur les courbes
d’ERPs observées à l’électrode CZ.

On considère deux matrices de corrélations résiduelles : une structure
d’indépendance où la matrice de corrélation est l’identité IT et la structure de
dépendance observée des données ERPs présentée en Figure 1.1. Le vrai signal
t 7→ αt correspond à un pic de support [450 ms; 550 ms] et dont l’amplitude varie
en commençant par 0 puis de 1.5 à 12.5 avec un pas de 0.1. La Figure 2.3 montre
la puissance associée aux tests de Student H0t : αt = 0 pour un risque fixé à 5%.
On simule 1 000 jeux de données pour chaque combinaison de force de signal et de
structure de corrélation. Dans ces simulations, on compare les procédures de GB
avec un seuil graphique de 0.05 et deux procédures contrôlant le FDR : BH et BY
avec un contrôle du FDR à 5%.

A chaque étape de la simulation, les performances des procédures sont mesurées
par le FDR, la PPV (Positive Predictive Value ou précision, qui est la proportion
de rejets de l’hypothèse nulle corrects parmi les rejets) et la probabilité de non rejet
(PNR, définie comme la proportion de jeux de données pour lesquels il n’y a aucun
rejet à tort de l’hypothèse nulle). Les Figures 2.4, 2.5 et 2.6 résument les résultats
pour le FDR, la PPV et la PNR.

L’application de ce traitement du signal étant biomédicale, on peut interpréter
les procédures de tests multiples en terme de sensibilité et résolution, qui permettent
de comparer la précision d’appareils de mesure. La sensibilité est définie ici comme
la plus petite amplitude de signal pour laquelle la méthode commence à détecter
de faibles impulsions (fausses ou justes). Dans la situation présente de comparai-
sons multiples, on propose de définir la sensibilité d’une procédure comme le pic
minimum pour lequel 1− PNR dépasse 0.1 :

Sensibilité = min{max
t
αt, 1− PNR ≥ 0.10}. (2.4)

De même, la résolution d’une procédure de tests multiples est l’amplitude minimale
pour laquelle le support du signal est détecté. On propose de définir la résolution
d’une méthode comme l’amplitude minimum pour laquelle la précision dépasse 0.9,
c’est-à-dire que 90% du support est découvert :

Résolution = min{max
t
αt,PPV ≥ 0.90}. (2.5)

La sensibilité et la résolution des trois procédures comparées dans cette étude par
simulations sont rapportées dans la Table 2.1.

On remarque sans surprise que les procédures de BH et BY contrôlent le FDR.
En effet, les deux méthodes contrôlent le FDR à un niveau inférieur de celui fixé (fixé
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Figure 2.3 – Puissances théoriques associées à chaque test de l’hypothèse H0,t :
αt = 0 dans l’étude par simulations. La forme du signal est la même sur l’intervalle
[450 ms, 550 ms] mais l’amplitude du pic varie de 0 à 12.5 : seules les courbes de
puissance associées aux amplitudes 2.5, 5.0, 7.5, 10.0 et 12.5 sont représentées ici.

Table 2.1 – Sensibilité et résolution (rappel des définitions : (2.4) et (2.5)) pour 3
procédures de tests multiples (BH, BY and GB) calculées à partir de simulations
de données d’ERP sous l’indépendance et sous dépendance. Pour les méthodes BH
et BY, le FDR est contrôlé au niveau 5%. Le seuil graphique de la méthode de GB
est fixé à 0.05.

Indépendance Dépendance
Méthode Sensibilité Résolution Sensibilité Résolution

BH 2.6 6.3 3.6 9.1
BY 4.3 7.5 4.9 10.4
GB 3.7 5.9 0.0 7.9
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Figure 2.4 – Comparaison du taux de faux positifs (FDR) pour 3 procédures de
tests multiples (trait plein pour BH, pointillés courts pour BY et pointillés longs
GB) à partir de simulations d’ERPs sous l’indépendance (noir) et en situation de
dépendance (gris). 1 000 jeux de données sont simulés pour chaque amplitude de
pic maxt αt.
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Figure 2.5 – Comparaison de la précision (PPV) pour 3 procédures de tests mul-
tiples (trait plein pour BH, pointillés courts pour BY et pointillés longs GB) à par-
tir de simulations d’ERPs sous l’indépendance (noir) et en situation de dépendance
(gris). 1 000 jeux de données sont simulés pour chaque amplitude de pic maxt αt.
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Figure 2.6 – Comparaison de la probabilité de non rejet (PNR) pour 3 procédures
de tests multiples (trait plein pour BH, pointillés courts pour BY et pointillés longs
GB) à partir de simulations d’ERPs sous l’indépendance (noir) et en situation de
dépendance (gris). 1 000 jeux de données sont simulés pour chaque amplitude de
pic maxt αt.
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à 0.05) pour le cas de dépendance, surtout BY. Ceci induit une remarquable perte
de précision par rapport à BH. Ces résultats sont cohérents avec ceux rapportés par
des études précédentes sur les méthodes de comparaisons multiples (voir Friguet
et al. (2009)). La Table 2.1 confirme que la dépendance a tendance à réduire la
sensibilité des procédures de BH et BY.

En revanche, la méthode de GB ne permet pas d’assurer le niveau de FDR fixé
en cas de dépendance, surtout lorsque le signal est faible ou modéré, alors que la
méthode semble sur-contrôler le FDR en cas d’indépendance. On peut aussi déduire
de la Table 2.1 que la sensibilité de la méthode de GB augmente en présence de
dépendance. En effet, en situation de dépendance, même quand le signal est nul
durant toute l’expérience, la probabilité que GB détecte des instants significatifs
dépasse 0.10. Ces observations sont aussi cohérentes avec celles rapportées par Cau-
seur et al. (2012) pour lesquelles les données sont générées selon un modèle pour les
ERPs (voir Yeung et al. (2004)) mêlé à un processus auto-régressif d’ordre 1.

Finalement, les trois procédures sont moins précises en présence de dépendance
qu’en situation d’indépendance. La Table 2.1 nous permet de dire que la dépendance
affecte la résolution des procédures de BH, BY et GB. Cependant, la méthode de
GB présente une meilleure capacité à détecter le pic, en terme de précision, en
cas de dépendance, et, si l’amplitude du signal n’est pas trop faible, aussi en cas
d’indépendance.

De plus, la dépendance semble affecter la stabilité de la détection du signal des
méthodes de BH et BY. En effet, la probabilité de non rejet diminue beaucoup plus
lentement avec l’amplitude du signal lorsque les tests sont fortement corrélés. On
rappelle que le FDR et le PNR sont liés par la formule

FDR = pFDR(1− PNR)

où

pFDR = E(FDR|R > 0)

est appelé positive FDR (voir Storey and Tibshirani (2003)). Bien que la dépendance
ne semble pas affecter le contrôle global du niveau du FDR, elle a tendance à
augmenter la PNR et le pFDR. En d’autres termes, lorsque les tests sont fortement
dépendants, les chances de déclarer significatif au moins un instant est plus faible
que dans le cas d’indépendance. De plus, quand certains instants sont déclarés
significatifs, la proportion de faux positifs est plus grande.

3.3 Modèle à facteurs

On propose un modèle à facteurs latents pour les résidus du modèle (2.2) afin
de prendre en compte la structure de dépendance temporelle complexe des données
ERPs. Ensuite, on propose d’estimer le signal et la dépendance pour obtenir des
statistiques de tests plus précises et affranchies le plus possible de la dépendance.
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On suppose donc l’existence de q facteurs latents f = (f1, . . . , fq) distribués
selon une loi normale centrée de variance Iq tels que, conditionnellement à zi, xi et
fi, la mesure d’ERPs Yit pour le sujet i au temps t s’écrit :

Yit = α0,t + α′txi + a′tui + b′tzi + eit, (2.6)

où bt est le q-vecteur des coefficients des facteurs pour Yt et eit est un terme d’erreur
spécifique, distribué selon une loi normale centrée et de variance ψ2

t . De plus, on
suppose que les termes d’erreur sont indépendants deux à deux, ce qui permet
d’écrire la décomposition suivante pour la matrice de covariance résiduelle Σ :

Σ = Ψ +BB′,

où B est une matrice T ×q dont les lignes sont les bt et Ψ est une matrice diagonale
dont les éléments diagonaux sont les ψ2

t .

Afin d’illustrer la capacité du modèle (2.6) à capter la structure de dépendance
complexe observée sur la Figure 1.1, on estime la matrice de ses corrélations
résiduelles par un modèle à 1, 5 et 10 facteurs pour l’électrode CZ avec l’algorithme
EM proposé par Friguet et al. (2009). Les résultats sont comparés sur la Figure
2.7. On constate que la structure de dépendance est globalement bien approchée
avec un faible nombre de facteurs par rapport à la dimension de la matrice.

4 Estimation jointe du signal et de la

structure de dépendance

4.1 Algorithme

La méthode proposée emploie un procédé itératif pour actualiser l’une après
l’autre l’estimation du signal et des paramètres du modèle à facteurs. A chaque
étape, sachant la connaissance d’intervalles de temps T0 où le signal est nul, l’es-
timation du bruit en dehors de T0 est mise à jour en utilisant sa corrélation avec
l’intervalle T0.

On pose

∆ = α̂− α,

la matrice T × p d’erreurs d’estimation dont la t-ème ligne est

δt = (x′Pzx)−1x′Pzεt,

où εt = (ε1t, . . . , εnt) est le vecteur des résidus du modèle (2.2). En notant Vec(.)
l’opérateur transformant une matrice en un vecteur en concaténant ses lignes, le
pT -vecteur Vec(∆) est distribué selon une loi normale centrée et de covariance
Vδ = Σ⊗ (x′Pzx)−1 où ⊗ est le produit de Kronecker.
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Figure 2.7 – Image plots of the fitted correlation matrix of the residuals of model
(2.6) at channel CZ using factor models with 1, 5 and 10 factors : top and bottom-left
panels, respectively. The bottom-right panel reproduces the right panel of Figure
1.1.
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4.1.1 Correction de l’estimation du signal

Les précédentes expériences sur l’étude des ERPs permettent aux psychologues
d’acquérir des notions sur l’instant auquel le signal doit commencer et combien
de temps il devrait durer pour une condition expérimentale donnée. Lorsque cette
connaissance a priori n’est pas acquise, on peut utiliser les résultats d’une étape
de tests multiples préliminaire pour déterminer des instants où le signal a peu
de chances d’être présent, c’est-à-dire des instants pour lesquels αt = 0 pour t
appartenant à un ensemble T0. Ainsi, l’erreur d’estimation δt pour t ∈ T0 n’est pas
mêlée au vrai signal αt et donc ∆0 = α̂0 où ∆0 (resp. α̂0) est la sous-matrice de ∆
(resp. α̂) restreinte aux t ∈ T0. On note ∆̃ la matrice définie par :

∆̃ =

(
∆0

∆−0

)
(2.7)

où ∆−0 est la sous-matrice de ∆ dont les lignes sont δt, t /∈ T0 et on note Ṽδ un
réarrangement des lignes de Vδ telle que

Ṽδ =

(
Σ0,0 Σ′−0,0

Σ−0,0 Σ−0,−0

)
⊗ (x′Pzx)−1,

où Σ0,0 (resp. Σ−0,−0) est une sous-matrice de Σ restreinte aux lignes et colonnes
correspondant aux temps t appartenant à T0 (resp. t /∈ T0) et Σ−0,0 est une sous-
matrice de Σ restreinte aux lignes telles que t /∈ T0 et aux colonnes telles que t ∈ T0.

Pour chaque t /∈ T0, on prédit δt par ∆0 par la prédiction linéaire :

vec(∆̂−0) =
[
Σ̂−0,0 ⊗ (x′Pzx)−1

][
Σ̂0,0 ⊗ (x′Pzx)−1

]−1
vec(∆0),

=
[
Σ̂−0,0 ⊗ (x′Pzx)−1

][
Σ̂−1

0,0 ⊗ (x′Pzx)
]
vec(∆0), (2.8)

=
[
Σ̂−0,0Σ̂−1

0,0

]
⊗ Ipvec(∆0),

où Ip est la matrice identité p× p et Σ̂−0,0 et Σ̂0,0 sont des estimateurs de Σ−0,0 et
Σ0,0 respectivement. La forme matricielle de l’Expression (2.8) est :

∆̂−0 = Σ̂−0,0Σ̂−1
0,0∆0. (2.9)

L’Expression (2.9) fait appel à l’inversion de la matrice Σ̂0,0 ce qui peut poser des
problèmes numériques du fait de la dimension du problème. On peut utiliser ici le
modèle à facteurs (2.6) pour estimer la matrice complète Σ par Σ̂ = Ψ̂ + B̂B̂′ où
Ψ̂ est la matrice diagonale des variances spécifiques estimées ψ̂2

t et B̂ est la matrice
T × q des loadings B estimés (q � T ). La partition de ∆ donne les partitions de Ψ
et B suivantes :

B̃ =

(
B0

B−0,

)
, Ψ̃ =

(
Ψ0 0
0 Ψ−0

)
.

On en déduit des estimateurs de Σ0,0 et Σ−0,0 :

Σ̂−0,0 = B̂−0B̂
′
0, Σ̂0,0 = Ψ̂0 + B̂0B̂

′
0.



4. ESTIMATION JOINTE DU SIGNAL ET DE LA DÉPENDANCE 51

Il est intéressant de noter que calculer Σ̂−1
0,0 dans l’Expression (2.9) ne fait appel qu’à

l’inversion d’une matrice q× q selon la formule de Woodbury (Press et al. (2007)) :

Σ̂−1
0,0 = Ψ̂−1

0 − Ψ̂−1
0 B̂0(Iq + B̂′0Ψ̂−1

0 B̂0)−1B̂′0Ψ̂−1
0 .

Un estimateur ∆̂(1) de ∆ est obtenu en remplaçant ∆0 dans l’Expression (2.7)
par ∆̂0 obtenu par l’Expression (2.9). Un nouvel estimateur de α est obtenu en
corrigeant l’estimateur précédent α̂ de l’erreur d’estimation prédite :

α̂(1) = α̂− ∆̂(1).

Ce nouvel estimateur est utilisé pour actualiser le calcul des résidus ε̂ :

ε̂(1) = Pz(Y − xα̂(1)′).

Un nouvelle décomposition en facteurs de la matrice de covariance des résidus est
calculée, menant à une nouvelle estimation de ∆ puis une nouvelle estimation α̂(k)

du signal, où l’exposant k indique l’indice d’itération de l’algorithme. Ces étapes
sont alternées jusqu’à ce que le critère de convergence de l’estimation de α soit
atteint.

4.1.2 Décorrélation de la statistique de test par ajustement
sur les facteurs

L’algorithme EM proposé par Rubin and Thayer (1982) et détaillé dans Friguet
et al. (2009) est adapté au présent contexte. Une fois qu’un modèle à facteurs
est estimé sur des covariables dépendantes et destinées à une procédure de tests
multiples, les nouvelles statistique de test T̃ (supposées indépendantes) associées
aux tests d’hypothèse H0t, t = 1, . . . , T sont appelées statistiques de tests ajustées
sur les facteurs.

Finalement, la procédure d’ajustement adaptatif sur les facteurs proposée al-
terne l’étape d’estimation du signal corrigé de l’erreur de prédiction (par modèle à
facteurs de la structure de dépendance) et de calcul des statistiques de test ajustées
sur les facteurs, utilisées pour actualiser l’ensemble T0. A l’étape k de l’algorithme,
on a T k0 et les estimateurs (Ψ̂k, B̂k, F̂k) des paramètres du modèle à facteurs. L’étape
(k + 1) se décompose en deux parties :

• Estimation de l’erreur d’estimation ∆̂(k+1) et actualisation de l’estimation
du signal par α̂(k+1) = α̂ − ∆̂(k+1). Les résidus sont ensuite actualisés :

ε̂(k+1) = Pz(Y − xα̂(k+1)′) ;
• Calcul des paramètres du modèle à facteurs (Ψ̂k+1, B̂k+1, F̂k+1) à partir des

nouveaux résidus ε̂(k+1). Les statistiques de tests facteurs-ajustées sont cal-
culées selon l’Expression (2.3) puis T0 est actualisé. La mise à jour de T k0 est
faite pour favoriser la sélection d’instants pour lesquels le signal a de grandes
chances d’être nul. On préfère retenir un grand nombre de faux positifs plutôt
qu’avoir une règle de sélection plus précise, qui recouvrerait mieux le vrai
ensemble T0 mais qui augmenterait le risque de retenir le support du signal.

On suggère la règle suivante : T k+1
0 =

{
t = 1, . . . , T, p̃

(k+1)
t ≥ 0.2

}
où p

(k+1)
t

est la probabilité critique associée à la statistique de test à l’étape k pour le
temps t.
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Les itérations cessent à l’étape k si T k+1
0 = T k0 .

En pratique, l’estimation finale de T0 est peu sensible au choix du seuil sur les
probabilités critiques (0.2 proposé ici) sous réserve que le choix du seuil ne soit pas
extrême : une trop petite valeur risque d’effacer le signal et de sur-contrôler le FDR
alors qu’une valeur proche de 1 aura tendance à produire les mêmes résultats que
la méthode choisie pour initialiser l’algorithme, à savoir la méthode des moindres
carrés ici.

4.1.3 Illustration sur un exemple

Afin d’illustrer comment la régularité de la courbe du signal estimé induite par la
forte dépendance dans la matrice Vδ peut générer une confusion entre le vrai signal
α et l’erreur d’estimation ∆, on reprend un jeu de données simulé selon le plan de
simulations décrit en Section 3.2 avec une amplitude de signal maxt αt = 5 dont
le support est l’intervalle [450 ms ;550 ms]. Le trait plein du graphique supérieur
de la Figure 2.8 représente les valeurs de la statistique de test calculée à partir de
l’estimation par la méthode des moindres carrés du signal. Les probabilités critiques
brutes sont corrigées par la méthode de BH. On constate que la procédure ne détecte
pas le support du signal et déclare significatifs des intervalles de temps en dehors
du support de α. Cet exemple montre que le rang des probabilités critiques est
affecté lorsque les procédures de comparaisons multiples sont appliquées sans prise
en compte de la dépendance.

La partie inférieure de la Figure 2.8 montre que ni SVA (voir Leek and Storey
(2007)) ni LEAPP (voir Sun et al. (2012)) ne parviennent à séparer le signal du
bruit, ce qui entraine la déclaration à tort d’instants de temps significatifs.

Afin d’illustrer l’impact de la connaissance a priori de T0 sur la procédure d’es-
timation proposée dans ce chapitre, on suppose d’abord que le signal est nul sur
l’ensemble T0 = [1, 100] ∪ [901, 1000]. La courbe en pointillés courts sur la partie
supérieure de la Figure 2.8 indique les valeurs de la statistique de test obtenues par
la méthode AFA à partir d’un a priori correct. L’intervalle déclaré significatif après
correction de BH des probabilités critiques associées à la statistique de test ajustée
sur les facteurs avec un contrôle du FDR fixé à 0.05 indique que le support du
signal est correctement détecté. La courbe en pointillés longs représente les valeurs
de la statistique de test obtenues par la méthode AFA à partir d’un a priori faux
T0 = [450, 550], c’est-à-dire, exactement le support du signal. Initialisé avec un tel
a priori, la méthode échoue en déclarant significatifs des intervalles où le vrai signal
est absent.

5 Etude par simulations

5.1 Méthodes

L’estimation jointe du signal et de la matrice de covariance résiduelle afin de
décorréler les statistiques de test peut être combinée à n’importe quelle méthode
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Figure 2.8 – t-statistics for a single simulation run. Top panel : the OLS estimation
of the signal (solid curve) and t-statistics after Adaptive Factor Adjustment, based
on T0 = [1, 100] ∪ [901, 1000] (dotted) and T0 = [450, 550] (dashed). Bottom panel :
t-statistics after SVA (solid) and LEAPP (dashed) adjustment. The gray dots above
the x-axis indicate significant time points identified by the BH method controlling
the FDR at 0.05 level.
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de seuillage associée au contrôle de l’erreur de type I, du FDR ou du FWER. La
procédure de BH est une méthode standard de correction des probabilités critiques
en tests multiples lorsque les tests sont indépendants. Ainsi, la méthode de BH est
la procédure choisie pour corriger les probabilités critiques produites par la méthode
AFA. Cette combinaison de l’estimation adaptative des modèle à facteurs et de la
procédure de BH est appelée dans la suite procédure de tests multiples AFA.

Les performances de la procédure AFA sont comparées à celles de méthodes
existantes en tests multiples, soit parce qu’elles sont beaucoup utilisées, soit parce
qu’elles sont construites pour prendre en compte la dépendance. La procédure de BY
garantit le contrôle du FDR sous des conditions spécifiques sur la dépendance bien
qu’elle ne corrige pas l’impact de la corrélation en ajustant les probabilités brutes.
Les méthodes SVA et LEAPP représentent les approches développées récemment
basées sur un modèle de régression à facteur similaire à (2.6) pour décorréler les
statistiques de test. La méthode de Causeur et al. (2012) n’est pas inclue dans les
comparaisons car elle est dépassée par AFA.

Pour résumer, on compare les performances des six méthodes de tests multiples
pour les données ERPs suivantes (le niveau de contrôle du FDR fixé à 0.05 pour
toutes les méthodes) :

1. BH : procédure de Benjamini-Hochberg (Benjamini and Hochberg (1995))
appliquée aux probabilités critiques brutes

2. BY : procédure de Benjamini-Yekutieli (Benjamini and Yekutieli (2001))
appliquée aux probabilités critiques brutes

3. GB : procédure de Guthrie-Buchwald (Guthrie and Buchwald (1991)) ap-
pliquée aux probabilités critiques brutes avec un seuil graphique fixé à 0.05

4. LEAPP : procédure d’ajustement sur des facteurs latents (latent effect ad-
justment after primary projection, Sun et al. (2014)) couplée à un contrôle
du FDR par la méthode de BH

5. SVA : procédure d’ajustement sur des facteurs latents (surrogate variable
analysis, Leek and Storey (2008)) couplée à un contrôle du FDR par la
méthode de BH. On utilise les options par défaut du package R sva (Leek
et al. (2014)) pour estimer le modèle et le nombre de facteurs.

6. AFA : méthode proposée d’ajustement adaptatif sur les facteurs avec un
contrôle du FDR. L’a priori T0 est fixé à l’ensemble des temps pour lesquels
les probabilités critiques du test de Student usuel sont supérieures ou égales
à 0.2. Le nombre de facteurs est estimé pour chaque jeu de données simulé en
minimisant le critère d’inflation de la variance (Friguet et al. (2009)) comme
implémenté dans le package R ERP (Causeur and Sheu (2014)).

Le plan de simulations est le même que dans la Section 3.2. Les Figures 2.9,
2.10 et 2.11 présentent les résultats en terme de FDR, précision (espérance de la
proportion de rejets corrects parmi le nombre de rejets) et PNR (probabilité de
n’avoir aucun rejet à tort). La Table 2.2 présente la sensibilité et la résolution
des 6 méthodes. La procédure AFA dépasse les autres méthodes selon les critères
mesurés dans cette comparaison. La Figure 2.9 montre que la méthode AFA hérite
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Figure 2.9 – Comparaison du taux de faux positifs (FDR) pour 6 procédures de
tests multiples, calculé à partir de 1000 jeux de données ERPs simulés pour chaque
amplitude de pic.

des bonnes propriétés de la procédure de BH en terme de contrôle du FDR, ce qui
n’est pas le cas pour les méthodes de GB, LEAPP ou SVA, surtout dans les cas où
le signal est faible ou modéré. De plus, ce contrôle du FDR n’est pas affecté par
l’instabilité causée par la dépendance comme expliqué dans la Section 3.2. La Figure
2.11 montre que la probabilité de non rejet de AFA est parmi les plus faibles lorsque
le signal est élevé ou modéré, ce qui assure que le positive FDR (l’espérance de la
proportion de faux positifs sachant qu’on observe au moins un rejet) est proche du
FDR. Sur la Figure 2.10, la courbe de précision confirme que AFA est performant
pour détecter des signaux d’amplitude modérée à élevée.

5.2 Résultats

La Table 2.2 montre que les trois méthodes fondées sur de la décorrélation,
SVA, LEAPP et AFA, sont assez sensibles, surtout LEAPP. Ceci est cohérent avec
la Figure 2.9 où on remarque que LEAPP ne contrôle pas le FDR pour un signal
faible ou modéré. En termes de résolution, AFA a le niveau le plus faible, suivi par
la méthode de GB. Ceci confirme que la modélisation de la dépendance temporelle
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Figure 2.10 – Comparaison de la précision (PPV) pour 6 procédures de tests
multiples, calculé à partir de 1000 jeux de données ERPs simulés pour chaque
amplitude de pic.
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Figure 2.11 – Comparaison de la probabilité de non rejet (PNR) pour 6 procédures
de tests multiples, calculé à partir de 1000 jeux de données ERPs simulés pour
chaque amplitude de pic.
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Table 2.2 – Sensibilité et résolution de 6 procédures de tests multiples calculées
sur des simulations

Méthodes
BH BY GB SVA LEAPP AFA

Sensibilité 3.6 4.9 0.0 1.5 0.0 1.9
Résolution 9.1 10.4 7.9 8.9 >12.5 3.7
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Figure 2.12 – Racine de l’erreur quadratique moyenne (RMSE) de l’estimation de
α, calculée à partir de 1,000 jeux de données pour chaque amplitude de signal. La
RMSE est comparée pour 4 méthodes : moindres carrés, SVA, LEAPP et AFA.

résiduelle est utile pour séparer le signal du bruit. On déduit de la Figure 2.12 la
même conclusion. Les bôıtes à moustaches de cette figure présentent la racine de
l’erreur quadratique moyenne (RMSE) de l’estimation de α pour la méthode des
moindres carrés, SVA, LEAPP et AFA. La méthode des moindres carrés, qui ignore
la dépendance, est celle qui présente les moins bonnes performances d’estimation en
moyenne. Les trois méthodes fondées sur la décorrélation possèdent un RMSE plus
faible que les moindres carrés et AFA est celle dont le RMSE est le plus faible, quelle
que soit l’amplitude du signal. On constate de nouveau que la méthode LEAPP
extrait plus difficilement les signaux d’amplitude élevée car les bôıtes à moustaches
affichent des performances de moins en moins bonnes lorsque le signal augmente.

6 Résultats sur les ERPs

Les psychologues associés au projet proposent une interprétation des résultats
de la méthode AFA appliquée aux données d’ERPs issues de l’expérience d’oubli
direct. D’après la littérature, il semble que la capacité à reconnâıtre des mots qu’on
nous a demandé d’oublier repose plus sur le sentiment de familiarité que la capacité
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à reconnâıtre des mots qu’on nous a demandé de mémoriser (Gardiner et al. (1994)).
Des études empiriques sur la mémoire de reconnaissance faisant appel aux ERPs
ont indiqué que la phase précoce de reconnaissance faisant appel à la familiarité est
associée à des modulations de la composante ERP FN400, une positivité augmentée
pour les mots anciens par rapport aux nouveaux est observée approximativement
400 à 600 ms après le début du stimulus. Le fait que la composante FN400 augmente
progressivement avec la reconnaissance suggère aussi que cette composante est un
indice de familiarité (voir Rugg and Curran (2007)). Bien que l’expérience d’oubli
direct décrite en Section 2.1 soit exploratoire, des études précédentes indiquent
qu’on peut s’attendre à des intervalles de temps significatifs entre 400 et 600 ms.
Qualitativement, on peut s’attendre à des intervalles de temps significatifs en retard
pour la condition TBF pour les électrodes postérieures. La confirmation de ces
attentes est importante pour la compréhension du mécanisme neurophysiologique
concernant le contrôle intentionnel de la mémorisation ou de l’oubli.

Une application directe de la méthode de BH aux données ERPs issues de
l’expérience d’oubli direct n’identifie aucun intervalle de temps significatif sur au-
cune des 9 électrodes. Afin d’appliquer la méthode AFA, la connaissance à priori T0

pour les électrodes frontales et centrales est fixée à [1, 200]∪[901, 1000 ms et à [1, 200]
ms pour les électrodes postérieures. Le critère d’inflation de la variance suggère 2
facteurs pour toutes les électrodes. Les graphiques de la Figure 2.13 présentent les
courbes de corrélation de l’électrode CZ pour les deux instructions obtenues par la
méthode des moindres carrés et par la méthode AFA. La méthode AFA détecte,
dans les deux conditions, l’intervalle de temps [400,700] ms significatif avec des
corrélations positives et un large pic, précédé par un pic négatif pour la condition
TBF.

La Figure 2.14 donne une représentation spatiale des électrodes et les courbes de
corrélation associées obtenues par la méthode AFA. Des pics de corrélation positive
significatifs apparaissent principalement sur l’intervalle [400,700] ms pour les deux
conditions pour les neuf électrodes. De plus, la méthode AFA confirme que des
intervalles de corrélations négatives apparaissent sur la plupart des électrodes pour
la condition TBF uniquement. Cette inflexion des courbes de corrélation autour de
400 ms, plus visible dans la condition TBF, implique une relation entre l’instruction
et la modulation de la composante FN400.

7 Conclusion

L’analyse à grande échelle des tests univariés des données de potentiels évoqués
cognitifs cérébraux (Groppe et al. (2011a)) est reconnue comme un problème de
recherche difficile car le signal sous-jacent aux ERPs est souvent rare, intervenant
seulement durant de brefs instants durant l’expérience, et faible par rapport à la
variabilité inter-individuelle (voir Donoho and Jin (2008) et Jin (2009) pour la
terminologie sur le modèle rare and weak features). Lorsque l’on teste simultanément
plusieurs hypothèses sur un grand nombre de mesures au cours du temps (Woolrich
et al. (2009)), la nécessité de contrôler le taux de faux positifs est confrontée à celle
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Figure 2.13 – Corrélations entre les ERPs et le score de reconnaissance pour les
deux conditions (trait plein pour la condition TBR, pointillé pour la condition
TBF) estimées par la méthode des moindres carrés (graphique du haut) et par
AFA (graphique du bas). Les intervalles de temps significatifs sont indiqués par des
points gris sous l’axe des abscisses.
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Figure 2.14 – Corrélations (trait plein pour TBR, pointillé pour TBF) estimées par
la méthode AFA et intervalles de temps déclarés significatifs, pour les 9 électrodes.
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de maintenir une puissance de détections raisonnable et les méthodes favorisant l’un
ou l’autre sont sujettes à controverses (Vul et al. (2009)).

La forte dépendance temporelle caractéristique des ERPs ajoute une difficulté
supplémentaire au traitement de ces données car les résultats des procédures de
tests multiples habituellement observées sous l’indépendance deviennent instables
et échouent à localiser et à estimer l’amplitude du signal, même après correction
de la dépendance. La méthode d’ajustement sur les facteurs proposée traite la
problématique de l’analyse de tests univariés dans le contexte d’un modèle linéaire
multivarié par une modélisation de la dépendance via des facteurs latents et une es-
timation jointe du signal et du bruit sous-jacent, sachant une connaissance a priori
d’intervalles de temps pour lesquels le signal est absent. Une procédure itérative est
proposée pour estimer les paramètres du modèle. Enfin, la méthode est implémentée
dans un package R intitulé ERP et disponible sur le CRAN (voir Causeur and Sheu
(2014)).

Les tests par permutation (voir Blair and Karniski (1993), Westfall and Young
(1993)) sont couramment utilisés pour l’analyse de données ERPs, ils ne sont pas
évoqués dans ce chapitre car une étude récente (voir Lage-Castellanos et al. (2010))
montre que la méthode de Benjamini-Hochberg (voir Benjamini and Hochberg
(1995)) et la méthode du FDR local (voir Efron (2007)) donnent le même com-
promis entre l’erreur de type I et de type II (comparé aux tests par permutation)
dans des situations pour lesquelles aucune information a priori sur les instants
et les électrodes où des différences d’ERPs ont lieu n’est disponible. D’après leur
conclusion, les résultats observés dans l’étude comparative de la Section 5 sont en-
courageants : la méthode proposée surpasse les autres méthodes tout en contrôlant
le FDR et en maintenant une bonne puissance de détections. De plus, l’analyse
exploratoire des données issues de l’expérience d’oubli direct illustre le fait que la
méthode AFA est adaptée à la détection de pics ERPs faibles, mêlés à un bruit
complexe et fortement dépendant.

Cette procédure d’estimation est vraisemblablement applicable à d’autres
problèmes de tests multiples où la dépendance est forte : par exemple pour
l’analyse de longueurs d’onde issues de mesures en spectroscopie infra-rouge
(NIRS) ou distribuées dans l’espace lors de l’analyse de mesures par imagerie à
résonance magnétique (fMRI).



CHAPITRE 3

STABILITÉ DE LA SÉLECTION DE VARIABLES EN
CLASSIFICATION SUPERVISÉE POUR DES DONNÉES

DÉPENDANTES DE GRANDE DIMENSION

Résumé : la prise en compte de la dépendance dans les procédures
de sélection de variables n’est pas une approche systématique
dans le contexte de la classification supervisée en grande dimen-
sion. En effet, certains articles récents montrent la supériorité des
approches de type naive Bayes fondées sur une hypothèse peu
réaliste d’indépendance entre les prédicteurs alors que d’autres
auteurs recommandent de modéliser la structure de dépendance
afin de décorréler les statistiques de sélection. Dans le contexte de
l’analyse linéaire discriminante (LDA), ce chapitre illustre dans
un premier temps l’impact de la dépendance sur la stabilité des
résultats en terme de sélection. Le second objectif est de pro-
poser une méthode améliorant cette stabilité en supposant une
décomposition en facteurs pour la structure de covariance. Les va-
riables latentes introduites par le modèle à facteurs permettent de
définir une nouvelle règle de Bayes conditionnelle. Une procédure
d’estimation jointe de l’espérance et de la variance du modèle
est ensuite proposée et comparée à des approches récentes d’ana-
lyse diagonale discriminante régularisée, supposant l’indépendance
entre prédicteurs, et à des procédures de LDA régularisée. La
comparaison est faite en terme de performance de classification
et de stabilité de l’étape de sélection. La méthode proposée est
implémentée dans un package R intitulé FADA et disponible sur le
CRAN.
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2 Sélection de variables et classification en grande dimension 66
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3 Impact de la dépendance . . . . . . . . . . . . . . . . . . . . 75
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5.1.5 Conclusion . . . . . . . . . . . . . . . . . . . . . . . 83
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Le chapitre précédent présente une façon de tirer profit de la particularité des
données ERPs (à savoir la dépendance temporelle élevée liant les mesures entre elles)
afin de décorréler efficacement les statistiques d’association entre ERP et condition
expérimentale. Une procédure de tests multiples atteignant de bonnes performances
de sélection d’intervalles de temps pertinents est ainsi proposée.

Dans le présent chapitre, on revient à un cadre plus général de dépendance, qu’on
autorise à être faible ou forte, voire absente. Ce chapitre est motivé par des applica-
tions en génomique notamment, où beaucoup d’applications consistent à classer des
patients en groupes (stades d’un cancer, sain/malade, tumeur maligne/bénigne) et
à mesurer, par exemple, les profils d’expression de certains gènes à mettre en rela-
tion avec ces différents groupes. On se place donc dans un contexte de classification
supervisée en grande dimension, dont le but est d’établir un modèle parcimonieux
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de prédiction de la classe d’un individu. Le but n’est donc plus seulement d’identi-
fier le support du signal. Comme le Chapitre 2, ce Chapitre 3 repose sur le principe
commun de tirer profit de la structure de dépendance pour améliorer l’estimation
du signal (ici, les moyennes par classes) et permettre une décorrélation des données
par ajustement sur les facteurs latents performante.

Ce chapitre est associé à un article intitulé “Stability of feature selection in
classification issues for high-dimensional correlated data”, publié dans la revue Sta-
tistics and Computing (Perthame et al. (2015)).

1 Introduction

Les procédures de classification supervisée sont utilisées pour prédire la classe
d’un individu à partir de son profil biologique. Dans ce contexte, l’impact de la
dépendance entre prédicteurs sur ces procédures pose encore un problème statis-
tique. De récentes études sur l’effet de la dépendance sur les performances des
procédures de classification dans des situations où le nombre de variables excède le
nombre d’individus ont menées à des conclusions contradictoires.

En effet, la supériorité de certaines méthodes fondées sur une hypothèse peu
réaliste d’indépendance entre les covariables est constatée (Dudoit et al. (2002),
Levina (2002), Bickel and Levina (2004)) alors que de plus en plus de méthodes
prennent en compte la structure de dépendance (voir entre autres Guo et al. (2007),
Dabney and Storey (2007), Xu et al. (2009) et Zuber and Strimmer (2009)). Plus
récemment, Ahdesmäki and Strimmer (2010) approfondit ce sujet en revisitant l’ap-
proche naive Bayes proposée par Efron (2008), aussi connue sous le nom d’analyse
diagonale discriminante (DDA), en définissant des statistiques de tests décorrélées.
Les variables sont dans ce cas supposées indépendantes et estimer le support du
signal (c’est-à-dire le sous-ensemble de prédicteurs discriminants) revient à étudier
l’ordre de statistiques de test, ce qui correspond à une situation de comparaisons
multiples. Cependant, Ahdesmäki and Strimmer (2010) précise que les procédures
de tests multiples permettent le contrôle du nombre de faux positifs alors que les
procédures de sélection cherchent à contrôler le nombre de variables prédictives non
sélectionnées à tort dont l’optique est la prédiction. Comme cités dans l’introduction
de ce manuscrit, plusieurs auteurs reportent l’impact négatif de la forte dépendance
entre covariables sur la consistance des statistiques d’ordre des probabilités critiques
associées aux tests d’hypothèses (voir notamment Leek and Storey (2007), Leek and
Storey (2008), Friguet et al. (2009), Sun et al. (2012)). Ces auteurs proposent de
gérer les corrélations par une modélisation jointe des relations entre les covariables
et des variances résiduelles par un modèle supposant l’existence de facteurs latents
captant linéairement la dépendance entre les variables. Le but de ce chapitre est de
proposer une méthode de modélisation de la dépendance adaptée au contexte de la
classification supervisée.

Le premier objectif de ce chapitre est d’illustrer l’instabilité de la sélection de
variables dans un contexte d’analyse linéaire discriminante (LDA) lorsque le nombre
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de variables dépasse le nombre d’observations. Dans ce contexte de grande dimen-
sion, les procédures régularisées fondées sur la pénalisation `1 ou `2 des fonctions
de perte usuelles sont connues pour atteindre un équilibre entre le compromis biais-
variance dans l’estimation des scores discriminants (voir Tibshirani et al. (2002) et
Tibshirani et al. (2003) pour une DDA régularisée, Hastie et al. (1995) pour une
LDA pénalisée et Friedman et al. (2010) pour une pénalisation elastic net de la
déviance d’un modèle). La stabilité et les performances de classification, ainsi que
l’impact de la dépendance sur la répétabilité des résultats d’une de ces procédures
classiques sont étudiés.

Les principales méthodes de sélection de variables en classification supervisée
sont rappelées dans la Section 2 de ce chapitre. Une étude par simulations illus-
trant l’impact de la dépendance sur le sous-ensemble des variables sélectionnées par
le Lasso est présentée dans la Section 3. Le modèle à facteurs et la méthode de
décorrélation des données par ajustement sur l’effet de variables latentes captant la
dépendance sont décrits en Section 4. La Section 5 étudie l’apport de la méthode
proposée sur des données réelles et la Section 6 illustre les propriétés de la méthode
sur des simulations. Enfin, la méthode proposée est implémentée dans un package R

intitulé FADA dont le fonctionnement est expliqué dans la Section 7. Enfin, la Section
8 conclut ce chapitre.

2 Sélection de variables pour la classifi-

cation en grande dimension

Ce chapitre s’inscrit dans un contexte de classification supervisée, où la variable
de groupe notée Y prend ses valeurs dans [0;K − 1]. On note py la probabilité
de l’événement Y = y pour tout y ∈ [0;K − 1]. Un individu est caractérisé par
son groupe, connu pour un échantillon d’apprentissage. Le label d’un individu test
est inconnu mais l’on suppose qu’il appartient à [0,K − 1]. Chaque observation
est caractérisée par un m-vecteur de covariables X que l’on suppose normalement
distribué. On observe les profils de n individus et on note ny le nombre d’individus
dans la classe y. Le problème statistique est de construire un modèle permettant
de prédire le label d’un individu à partir de ses covariables. Pour cela, on distingue
deux méthodes standards bien connues : la LDA et le modèle linéaire généralisé
(GLM). Le but de cette section est de rappeler les fondements de l’analyse linéaire
discriminante et de la régression logistique en général puis en grande dimension.
Quelques méthodes développées dans ce contexte, comparées lors d’une étude par
simulations ou sur données réelles dans la suite du chapitre, sont présentées.

2.1 Analyse linéaire discriminante

Plusieurs approches permettent de définir l’analyse linéaire discriminante. La
règle de Bayes repose sur l’hypothèse de normalité des covariables, l’analyse discri-
minante de Fisher est fondée sur la maximisation de la variance inter-classes contre
la minimisation de la variance intra classes. Enfin, on peut définir l’analyse linéaire



2. SÉLECTION DE VARIABLES ET CLASSIFICATION EN GRANDE DIMENSION 67

discriminante comme une régression sur des variables indicatrices dites dummy va-
riables.

Règle de classification de Bayes Pour établir la règle de Bayes, on suppose
que les covariables suivent une loi normale :

X|Y = y ∼ Nm(µy,Σ). (3.1)

Chaque groupe est caractérisé par une moyenne différente d’un groupe à l’autre
et les structures de covariances sont supposées égales entre les groupes. Sous ces
conditions et en appliquant le théorème de Bayes, la probabilité d’appartenir au
groupe y sachant un profil x s’écrit :

P(y|x) =
pyfX(x|Y = y)

fX(x)
.

où fX(·) (resp. fX(·|Y = y)) est la fonction de densité des covariables X (resp.
conditionnelle à Y ). En supprimant les termes constants entre les groupes, calculer
la log-probabilité log(P(y|x)) est en fait équivalent à calculer le score d(y|x) :

log(P(y|x)) ∝ d(y|x) = log py − 0.5µ′yΣ
−1µy + x′Σ−1µy. (3.2)

Ce score est appelé règle de classification de Bayes ou classifieur de Bayes. On
remarque que ce score est linéaire en x. Enfin, la classe attribuée à un individu de
profil X = x est calculée en maximisant ce score :

ŷ = argmaxyd(y|x).

En pratique, les scores sont calculés en appliquant la règle de Bayes aux estimations
de la matrice de covariance Σ̂, des moyennes µ̂y et des probabilités de base p̂y. On
peut montrer que cette règle de classification est la meilleure parmi toutes les règles
de classification linéaires, c’est-à-dire qu’elle minimise l’erreur théorique de mauvais
classement d’un individu. Cette règle de classification, certes simple, a de bonnes
propriétés en pratique.

Afin d’étudier l’optimalité de la règle de Bayes, on s’intéresse au cas simple où
le nombre de classes K est égal à 2. Sous cette condition, on considère les règles de
classement linéaires de la forme :

log
P(Y = 1|x)

P(Y = 0|x)
= β0 + β′x,

où β0 ∈ R et β est un vecteur de taille m. Ainsi, la prédiction pour un individu de
profil x est :

Ŷ = 1 si β0 + β′x > 0,

= 0 sinon.

En toute généralité, l’erreur théorique de mauvais classement d’un tel classifieur
s’écrit :

π(β0, β) = P(Ŷ 6= Y )

= p1P(β0 + β′x < 0|Y = 1) + p0P(β0 + β′x > 0|Y = 0).
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Compte tenu de l’hypothèse de normalité des covariables, cette erreur s’écrit, en
fonction de β et β0 :

π(β0, β) = p1

[
1− Φ

(
µ′1β + β0

(β′Σβ)1/2

)]
+ p0Φ

(
µ′0β + β0

(β′Σβ)1/2

)
,

où Φ est la fonction de répartition d’une loi normale centrée réduite. En optimisant
cette fonction en β et β0, on obtient les coefficients β∗ et β∗0 minimisant l’erreur
théorique de mauvais classement. Ils s’expriment en fonction de µ0, µ1 et Σ :

β∗ = Σ−1(µ1 − µ0) (3.3)

β∗0 = log
p1

p0
− 0.5

(
µ′1Σ−1µ1 − µ′0Σ−1µ0

)
. (3.4)

Si l’on considère le log ratio des probabilités introduit Expression (3.2), on retrouve
bien l’expression des coefficients de la règle de Bayes. Dans ce cas, l’erreur théorique
de mauvais classement d’une telle règle de classification est minimale et peut aussi
s’écrire :

π∗ = p1

[
1− Φ

(
log

p1

p0

1

∆Σ
+

∆Σ

2

)]
+ p0Φ

(
log

p1

p0

1

∆Σ
− ∆Σ

2

)
où ∆Σ =

√
(µ1 − µ0)′Σ−1(µ1 − µ0) est la distance de Mahalanobis entre les groupes

0 et 1 pour la métrique Σ. Cette expression permet d’introduire la fonction d’erreur
π suivante :

π(µ0, µ1,Σ) = p1

[
1− Φ

(
log

p1

p0

1

∆
+

∆

2

)]
+ p0Φ

(
log

p1

p0

1

∆
− ∆

2

)
où ∆ =

√
(µ1 − µ0)′Σ−1(µ1 − µ0). C’est l’erreur de classement théorique d’une

règle de classification de Bayes construite à partir des paramètres µ0, µ1 et Σ. La
Figure 3.1 montre les valeurs que prend cette fonction π pour plusieurs distances
de Mahalanobis entre deux groupes et pour plusieurs probabilités de base dans les
populations. On voit naturellement que plus la distance entre les groupes augmente,
plus l’erreur de classement du classifieur de Bayes associée à cette situation est
faible, plus il est facile de classer les individus sans erreur. On peut donc se dire
qu’on souhaite se ramener à une situation où les parametres (µ0, µ1,Σ) sont tels
que cette erreur est la plus faible possible. Cette fonction sera utile par la suite pour
comparer le classifieur de Bayes et le classifieur de Bayes conditionnel, défini plus
loin dans ce chapitre.

L’analyse discriminante quadratique (QDA) étend la LDA au cas où les matrices
de covariances diffèrent d’un groupe à l’autre. La QDA ne sera pas détaillée dans
ce manuscrit car elle est rarement mise en avant en grande dimension. En effet, le
nombre d’individus étant souvent faible, de l’ordre de quelques dizaines, il devient
alors difficile d’estimer la matrice de covariance dans chaque groupe.

Analyse discriminante de Fisher Sans hypothèse sur la loi des variables X,
l’analyse discriminante de Fisher (Fisher (1936)) peut être vue comme la recherche
d’une projection des observations X afin d’atteindre une bonne séparation des
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Figure 3.1 – Erreur de classement théorique en fonction de la distance de Ma-
halanobis entre les groupes pour différentes valeurs de p0 et p1. Cette fonction
est naturellement décroissante en ∆ : l’erreur de théorique de mauvais classement
s’amenuise au fur et à mesure que la distance séparant deux groupes augmente.
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groupes. Si µ désigne la moyenne totale sur tous les groupes, la variance inter-
groupes s’écrit :

Σb =
1

K

K∑
y=1

(µy − µ)(µy − µ)′.

Fisher propose d’étudier la maximisation du ratio de la variance inter-groupes
Σb sur la variance intra-groupes Σ. On cherche alors des vecteurs discriminants
(β1, . . . , βK−1) orthogonaux tels que :

max
βy

β′yΣbβy

β′yΣβy
.

Σb étant de rang K − 1, les vecteurs propres de la matrice Σ−1Σb sont solution de
cette maximisation (Hardle and Simar (2007)). En pratique, ces vecteurs discrimi-
nants sont utiles pour visualiser la séparation des groupes en traçant les nuages de
point (Xβ1, Xβ2) etc.

Optimal scoring Une troisième formulation de la LDA peut-être faite par ana-
logie avec la régression (Hastie et al. (1994)). La variable catégorielle de groupe
Y est transformée en variables quantitatives par des scores. On note Y (d) la ma-
trice (n × K) de variables design contenant les indicatrices d’appartenance à un

groupe : Y
(d)
iy = 1 si l’individu appartient à la classe y et 0 sinon. Le problème de

classification revient à estimer les paramètres (θ1, . . . , θK−1) et (β1, . . . , βK−1) tels
que :

min
βy ,θy

‖Y (d)θy −Xβy‖

s.c.
1

n
θ′yY

(d)′Y (d)θy = 1, θ′yY
(d)′Y (d)θy′ = 0, y′ < y.

où (θ1, . . . , θK−1) sont des K-vecteurs de scores et (β1, . . . , βK−1) sont les mêmes
vecteurs discriminants que dans l’analyse de Fisher (Clemmensen et al. (2011)).

Finalement, la LDA est simple à implémenter et donne en général de bons
résultats en terme d’erreur de classement. Cependant, elle fait appel à l’inverse
de la matrice de covariance, difficile à estimer en grande dimension, et n’est pas
parcimonieuse. De nombreuses extensions ont donc été proposées pour adapter la
LDA au cadre de la grande dimension, dont il sera question dans la Section 2.2 de
ce chapitre.

2.2 Analyse linéaire discriminante en grande dimen-

sion

Hypothèse d’indépendance Face au problème d’inversion de la matrice de va-
riance covariance des covariables lors de la mise en œuvre d’une LDA, certains
auteurs ont simplifié le problème en supposant l’indépendance entre les covariables,
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ce qui revient à négliger les corrélations entre les variables. Cette hypothèse aboutit
à l’analyse diagonale discriminante ou classifieur näıf de Bayes (Bickel and Levina
(2004), Efron (2008)). Cette méthode consiste à remplacer la matrice de covariance
dans le score calculé Expression (3.2) par sa diagonale. Pour classer un individu de
profil x, il faut calculer les scores associés à chaque classe y :

dDDA(y|x) = log py − 0.5µ′yD
−1µy + x′D−1µy,

oùD = diag(Σ), et choisir la classe qui maximise ce score. Malgré sa simplicité, cette
méthode atteint étonnement de bonnes performances de classification en pratique
mais elle construit un modèle à partir de toutes les variables, ce qui le rend difficile
à interpréter.

Ainsi, certains auteurs proposent des versions pénalisées de l’analyse diagonale
discriminante (DDA) afin de réduire la dimension des données aux variables les plus
prédictives. Par exemple, les Nearest Shrunken Centroids (Tibshirani et al. (2002))
(NSC) annulent la différence de moyenne standardisée pour certaines covariables,
lorsque cette différence est inférieure à un certain seuil. La classification se fait
par DDA sur le sous ensemble de variables sélectionnées. Le seuil est estimé par
validation croisée et par minimisation de l’erreur de classement.

Relâchement de l’hypothèse d’indépendance Certains auteurs proposent de
prendre en compte les corrélations dans des LDA pénalisées (voir Hastie et al.
(2009)). La LDA est alors revue selon chaque approche : règle de Bayes, optimal
scoring ou analyse de Fisher, pour tenter de prendre en compte toute la matrice de
covariance dans l’analyse, et pas uniquement sa diagonale.

La méthode Shrunken Centroids Regularized Discriminant Analysis (SCRDA)
proposée par Guo et al. (2007) est présentée comme une amélioration des NSC car
elle quitte le contexte de l’analyse diagonale discriminante pour s’inscrire dans le
contexte général de l’analyse linéaire discriminante. En effet, comme pour les NSC,
les moyennes par groupe sont ramenées à la moyenne globale pour les prédicteurs
peu informatifs selon un certain seuil. De plus, la matrice de covariance empirique
est biaisée en la remplaçant par une version shrinkée Σ̃ = αΣ̂ + (1 − α)Im dans
le calcul des scores individuels et des différences de moyennes standardisées. La
matrice Σ̃ permet de contourner le problème d’inversion de la matrice de covariance
empirique Σ̂ car les valeurs propres de Σ̃ sont toutes positives. Cette technique
rend aussi l’estimation de la matrice de covariance plus stable car elle est moins
sensible à un petit changement dans les données (Guo et al. (2007)). La méthode
SCRDA comprend deux paramètres de régularisation : le seuil sur les moyennes par
groupe et le paramètre α de biais sur la matrice de covariance. Ces paramètres sont
estimés par une double validation croisée. En pratique, lorsque plusieurs couples
de paramètres correspondent à la même erreur de prédiction, Guo et al. (2007)
suggèrent de choisir le modèle le plus parcimonieux par la règle du “Min-Min”.
Cette méthode est implémentée dans le package R rda (Guo et al. (2012)).

D’autres auteurs proposent d’étendre la pénalisation `1 de la méthode Lasso à
l’analyse discriminante. Entre autres, la LDA parcimonieuse (SparseLDA) a été pro-
posée par Clemmensen et al. (2011). Cette méthode replace la LDA dans un contexte
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de régression : SparseLDA est une pénalisation LASSO de la LDA considérée sous
l’approche par optimal scoring. Cette méthode est implémentée dans le package
R SparseLDA (Clemmensen and Kuhn (2012)). Simultanément, Witten and Tib-
shirani (2011) ont proposé la LDA pénalisée (PenalizedLDA). PenalizedLDA est
une pénalisation LASSO sur les vecteurs discriminants βy de la LDA vue sous
l’approche de Fisher. Ces vecteurs parcimonieux sont estimés par un algorithme
minimisation-maximisation (Lange (2004), Hunter and Lange (2004)) et le pa-
ramètre de régularisation est estimé par validation croisée. Cette méthode est
implémentée dans le package R penalizedLDA (Witten (2011)).

2.3 Régression logistique

Un des pendants de la régression linéaire pour modéliser une variable qualitative
est la régression logistique. Celle-ci ne nécessite pas la normalité des variables mais
suppose une relation linéaire directe entre les covariables et le logit des probabilités
individuelles a posteriori. Si la classe K est choisie comme classe de référence, alors
on suppose l’existence de K − 1 vecteurs de coefficients de régression tels que :

log
P(y|x)

P(K|x)
= β

(y)
0 + x′β(y).

Sans perte de généralité et afin d’alléger les notations, on considère dans ce
paragraphe le cas binaire K = 2 où Y est codé 0 ou 1. Dans ce cas, le modèle
s’écrit :

log
P(Y = 1|x)

1− P(Y = 1|x)
= β0 + x′β.

Dans ce cas, la vraisemblance du modèle s’écrit :

L(β0, β) =

n∏
i=1

P(Yi = 1|x)Yi(1− P(Yi = 1|x))1−Yi .

Ainsi, la déviance du modèle à minimiser s’écrit :

D(β0, β) =
n∑
i=1

((1− Yi)(β0 + x′β)− log(1 + eβ0+x′β)

Dans le cas de la régression logistique multinomiale, on obtient K − 1 équations
de déviance à minimiser. L’estimation des paramètres de régression se fait soit par
maximum de vraisemblance via l’algorithme de Newton-Raphson, car il n’existe pas
de solution analytique pour ces estimateurs, soit par moindres carrés pondérés si l’on
suppose que la vraisemblance appartient à la famille exponentielle (Hilbe (2009)).
Dans les deux cas, ce problème d’optimisation nécessite le calcul de l’inverse de la
matrice de covariance empirique.

En théorie, sous l’hypothèse de normalité des covariables, lorsque le nombre
d’observations tend vers l’infini et K = 2, la LDA et la régression logistique tendent
vers le même estimateur, qui est l’estimateur du maximum de vraisemblance des co-
efficients β et β0. En pratique, la LDA donne de bons résultats en terme d’erreur de
classement et est recommandée pour sa simplicité d’implémentation. La régression
logistique est connue pour être plus robuste à un écart à la loi normale.
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2.4 Régression logistique pénalisée

La régression logistique hérite des méthodes de sélection de variables de la
régression linéaire. Les régressions Ridge (Hoerl and Kennard (1970)), Lasso (Tib-
shirani (1996)) (aussi connu sous le nom de basis pursuit en traitement du signal)
et Elastic-net (Zou and Hastie (2005)), fondées sur des pénalisations du critère des
moindres carrés ou de la vraisemblance du modèle, sont des méthodes de référence
dans ce domaine.

La régression Ridge propose une modification des moindres carrés de façon à ce
que la matrice de covariance soit inversible en remplaçant la matrice de covariance
empirique X ′X par (X ′X+λI). Cette formulation est équivalente à une pénalisation
`2 de la déviance du modèle :

(β̂0, β̂) = argmin
β0,β

(
D(β0, β) + λ‖β‖22

)
.

Cette méthode est formulée pour parer au problème des covariables corrélées. En
pratique, cette méthode dite de shrinkage des coefficients aboutit à des modèles peu
parcimonieux.

La méthode Lasso a été introduite pour proposer des solutions parcimo-
nieuses aux problèmes de régression en grande dimension. Cette méthode est une
pénalisation par la norme `1 de la déviance :

(β̂0, β̂) = argmin
β0,β

(D(β0, β) + λ‖β‖1) .

L’inconvénient du Lasso est qu’il peut sélectionner au maximum min(n,m) va-
riables. En effet, Efron et al. (2004) montre que si #ŜλCV

désigne le cardinal de
l’ensemble des variables sélectionnées par le Lasso lorsque le paramètre λ est choisi
par validation croisée, alors #ŜλCV

≤ min(n,m). Ceci est une contrainte forte en
grande dimension où le nombre d’individus peut-être très faible (quelques dizaines)
au regard du nombre de variables (quelques milliers) : on risque alors d’obtenir un
modèle très parcimonieux et de manquer des variables prédictives.

La méthode Elastic-net (Zou and Hastie (2005)) est un compromis entre les
deux méthodes ci-dessus en introduisant les deux pénalités de la déviance :

(β̂0, β̂) = argmin
β0,β

(
D(β0, β) + λ‖β‖1 + γ‖β‖22

)
.

La régression Elastic-net est présentée comme plus robuste à la dépendance. Elle
possède aussi l’avantage de pouvoir sélectionner plus que min(n,m) variables
contrairement au Lasso.

L’idée principale de ces méthodes de régularisation est de jouer sur le compromis
biais-variance afin de réduire l’erreur quadratique moyenne (EQM) du modèle. Ces
régressions sont dites biaisées mais la variance des estimateurs est plus faible que
celle de l’estimateur des moindres carrés. Le paramètre de régularisation contrôle
la complexité du modèle : quand le paramètre de régularisation λ→∞ (et γ →∞
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pour Elastic-net) l’estimation de β est de plus en plus parcimonieuse et tend vers
le vecteur nul. Inversement, si λ → 0 (et γ → 0 pour Elastic-net) alors la solution
tend vers l’estimateur des moindres carrés. En pratique, les hyper-paramètres λ et
α sont estimés par validation croisée de façon à minimiser la déviance du modèle
ou l’erreur de mauvais classement. Dans le cadre du modèle linéaire généralisé, les
paramètres de régression sont estimés par un algorithme de type cyclic coordinate
descent. Ces méthodes sont entre autres implémentées dans le package R glmnet

(Friedman et al. (2010)).

Le Lasso est connu dans la littérature pour être instable en cas de dépendance.
Dans la suite de ce chapitre, on illustre que le Lasso est très instable en cas
de dépendance : cela se traduit par une faible reproductibilité des résultats. Les
méthodes Bolasso (Bach (2008)) et stability selection (Meinshausen and Bühlmann
(2010)) ont donc été proposées pour améliorer la stabilité du Lasso. Elles sont
toutes les deux fondées sur du ré-échantillonnage des individus. L’ensemble des va-
riables sélectionnées est celui des variables ayant été sélectionnées un grand nombre
de fois dans la procédure. Ces méthodes sont accompagnées de bonnes propriétés
théoriques. Par exemple, Bach (2008) montre que, sous certaines hypothèses sur la
fonction génératrice des cumulants, sous l’hypothèse de parcimonie du modèle et
sous réserve d’invisibilité de la matrice de covariance des covariables, la probabilité
que la méthode Bolasso sélectionne les variables prédictives tend vers 1. Ce résultat
peut expliquer qu’en pratique, ces méthodes sont très conservatives et aboutissent
à des modèles extrêmement parcimonieux.

2.5 Autres approches

Bien d’autres méthodes ont été proposées pour prendre en compte la dépendance
dans les problèmes de régression. La régression sur composantes principales et la
régression PLS (Partial Least Squares) par exemple cherchent des variables in-
termédiaires, combinaisons linéaires des variables initiales et orthogonales les unes
aux autres sur lesquelles effectuer la régression.

Enfin, d’autres méthodes issues du domaine du machine learning telles que
le boosting (Freund and Schapire (1996),Freund and Schapire (1997)), où l’on
génère et agrège un grand nombre de modèles selon des pondérations différentes
des données ou les forêts aléatoires (Breiman (2001)) sont connues pour leur effica-
cité. Le fonctionnement de ces méthodes n’est pas détaillé ici car elles ne font pas
partie des comparaisons réalisées dans ce chapitre.

2.6 Cadre théorique

Dans ce chapitre, on choisit de se placer dans un contexte d’analyse linéaire
discriminante selon l’approche de la règle de Bayes. On suppose donc que les co-
variables suivent une loi normale conditionnellement au groupe des individus. On
reprend donc les hypothèses du modèle (3.1) introduit en Section 2.1 :

X|Y = y ∼ Nm(µy,Σ),
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où Σ 6= Im représente une situation de forte dépendance. Le reste de ce chapitre est
consacré à l’illustration de l’impact de la dépendance sur le lasso puis la méthode
proposée pour prendre en compte la dépendance dans ce contexte d’analyse linéaire
discriminante est détaillée. Enfin, les propriétés de cette méthode sont illustrées sur
des données de méthylation de l’ADN et sur une étude par simulations.

3 Impact de la dépendance

On propose dans cette section d’étudier sur des simulations la stabilité d’une
procédure standard de sélection de variables : la procédure lasso (Tibshirani (1996)),
en comparant le cas d’indépendance à un cas de dépendance. On considère deux
classes, de n0 = n1 = 30 observations chacune. Les profils individuels sont de di-
mension 500. La moyenne µ0 du groupe 0 est nulle. Toutes les composantes de µ1,
la moyenne du groupe 1, sont nulles, exceptées les 100 dernières valant δ = 0.74.
Cette valeur δ est la plus petite différence détectable par un test de Student compa-
rant 2 groupes de 30 observations, de niveau 5%, de puissance 80% et d’écart-type
1. La matrice de corrélations Σ est générée selon un modèle à 5 facteurs afin de
représenter un niveau de dépendance élevé (trace(BB′)/trace(Σ) = 0.75). L’histo-
gramme présenté en Figure 3.2(a) montre en effet de fortes corrélations entre les
covariables. A partir de ces paramètres, on peut calculer les coefficients de régression
β = Σ−1(µ1 − µ0), présentés en Figure 3.2(b). On peut définir un ordre entre les
covariables à partir de |β| : la variable ayant le plus grand coefficient en valeur
absolue aura le rang 1 etc. En effet, on peut s’attendre à ce que les variables ayant
un coefficient élevé en valeur absolue soit plus souvent sélectionnée qu’une variable
avec un faible signal.

Pour le cas d’indépendance, la matrice de corrélation Σ est l’identité. Afin de
conserver des situations comparables, les coefficients β sont les mêmes que dans le
cas de dépendance. Ainsi, µ0 est toujours le vecteur nul et µ1 = β.

La méthode Lasso est appliquée aux 1000 jeux de données simulés selon
chaque scenario. La Figure 3.3 présente les histogrammes du nombre de variables
sélectionnées. De plus, on calcule, à partir de |β|, la précision moyenne d’un sous-
ensemble sélectionné en calculant le rang moyen des variables de ce sous-ensemble.
Les histogrammes de la Figure 3.4 présentent la distribution de cette précision
moyenne.

Le premier impact remarquable de la dépendance est sur le nombre de variables
sélectionnées : celui-ci est plus grand lorsque les variables sont corrélées. De plus,
le signal étant assez élevé dans ces simulations, on remarque qu’aucune variable
non prédictive n’a été sélectionnée à tort lorsque les variables sont indépendantes
(le taux de fausses découvertes est nul dans 100% des simulations). En revanche,
lorsque les variables sont corrélées, le taux de fausses découvertes est non nul dans
12.1% des simulations. La dépendance altère aussi la précision de la sélection :
lorsque les variables sont indépendantes, le Lasso sélectionne les variables les plus
prédictives, parmi les 20 plus prédictives. En situation de dépendance, le Lasso a
tendance à sélectionner des variables de rang 40 à 80, c’est-à-dire des variables ayant
un coefficient plus faible. Ceci est cohérent avec le nombre de variables sélectionnées :
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(a) Histogramme des corrélations - cas de dépendance

●●●●
●●●●●●●●●●

●●●●●●●●●
●●●●●●●●●●●●●●●●●●●●●●●●●●●

●●●●●●●●●●●●●●●●●●●●●●●●●
●
●●●●●●●●●●●

●●●●●●●●●●●●●●●●●●●●●●●
●●●●●●●●

●●●●●●●
●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●

●●●●●●●●●●●●●●
●
●●●●●●●●●●●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●

●●●●●●●●●●●●●●●●
●●●●●●●●●●●●●●●●●●●

●●●●●●●●●
●●●●●●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●

●●●●●●●●●
●●●●●●●

●

●
●

●
●

●

●

●

●
●

●

●

●

●
●

●

●

●
●
●●

●

●
●

●

●

●

●

●

●

●

●

●

●
●

●

●

●

●

●

●

●●

●

●
●
●

●

●

●●

●
●

●

●
●●

●

●

●

●

●
●

●

●

●●
●
●

●
●●

●

●

●

●

●

●

●
●

●

●

●

●

●
●

●
●
●

●

●
●

●

●

●
●

●

●

●

●

0 100 200 300 400 500

−
20

−
10

0
10

20

variables index

β

(b) Coefficients du modèle

Figure 3.2 – Plan de simulation. La figure du haut montre une distribution des
corrélations caractéristique d’une situation de dépendance : la distribution est très
étalée et présente une importante proportion de corrélations élevées, positives ou
négatives. La figure du bas montre que les 400 premières variables ont un pou-
voir discriminant nul. Pour les 100 dernières variables, la structure de dépendance
entrâıne un pouvoir discriminant différent d’une variable à l’autre, même si les
différences de moyennes entre les deux groupes sont égales.
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le Lasso rattrape en quelques sortes le manque de pouvoir prédictif des variables
sélectionnées par des sous-ensembles sélectionnés plus grands.

4 Modèle à facteurs pour la sélection de

variables

La stratégie proposée dans la suite de ce chapitre consiste à appliquer les
méthodes classiques de sélection de variables aux données ajustées sur l’effet des
facteurs latents. On suppose donc un modèle à facteurs pour la matrice de cova-
riance Σ. Déjà détaillé dans l’introduction de ce manuscrit, on rappelle que sous
l’hypothèse d’un modèle à facteurs pour les covariables, le modèle (3.1) devient :

X = µy +BZ + ε; avec y = 1 si Y = 1 et y = 0 sinon (3.5)

et que ce modèle est équivalent à la décomposition suivante pour la matrice de
covariance Σ :

Σ = Ψ +BB′.

4.1 Définition et intérêt du classifieur de Bayes

conditionnel

Sous ce modèle, on remarque que la distribution jointe des covariables et des
facteurs sachant le groupe Y est une loi normale multivariée telle que :(

X
Z

)
∼ N

[(
µy
0

)
,

(
Σ B
B′ Iq

)]
.

On définit alors le classifieur de Bayes conditionnel, optimal sachant les covariables
et les facteurs, à partir de l’inverse par bloc de la matrice de covariance de l’Equation
(3.6) :

LR(x, z) = log
p1

p0
− 1

2

(
µ′1Ψ−1µ1 − µ′0Ψ−1µ0

)
+ (x−Bz)′Ψ−1(µ1 − µ0).(3.6)

On remarque que la dépendance en x et z dans l’Equation (3.6) se fait par les
variables ajustées sur l’effet des facteurs x−Bz. Ceci confirme que, si la structure
en facteurs est connue, le meilleur classifieur linéaire est la règle de Bayes usuelle
appliquée aux profils facteurs-ajustés.

La probabilité de mauvais classement pour cette règle de classification est mi-
nimale et est notée π∗z = π(µ0, µ1,Ψ) où la fonction π est définie en (3.5). Si on
définit les loadings standardisés par B∗ = Ψ−1/2B, on obtient l’inégalité suivante :

1

1 + ρ2
max

≤ ∆2
Σ

∆2
Ψ
≤ 1,

où ∆2
Ψ = (µ1−µ0)′Ψ−1(µ1−µ0) désigne la distance de Mahalanobis entre les deux

groupes pour la matrice de covariance Ψ et ρmax est la plus grande valeur singulière



78 CHAPITRE 3. SÉLECTION DE VARIABLES EN CLASSIFICATION

Number of selected features

D
en

si
ty

0 10 20 30 40

0.
00

0.
02

0.
04

0.
06

0.
08

0.
10

0.
12
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Figure 3.3 – Distribution du nombre de variables sélectionnées par le lasso dans le
cas dépendant et indépendant. On remarque que le lasso a tendance à sélectionner
plus de variables dans le cas dépendant et que le nombre de variables sélectionnées
est plus variable.
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Figure 3.4 – Rang moyen des sous-ensembles sélectionnés par le lasso dans le
cas dépendant et indépendant. On remarque que le lasso sélectionne des variables
dont le pouvoir discriminant est faible, avec un rang compris entre 40 et 80 et
ne sélectionne jamais les variables les plus prédictives en situation de dépendance.
Lorsque les variables sont indépendantes, le lasso sélectionne bien les variables les
plus prédictives, dont le rang est inférieur à 20.
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de B∗. Comme la fonction π décroit lorsque la distance entre les groupes augmente,
on peut déduire que π∗z ≤ π∗. De plus, le terme de gauche dans cette inégalité
montre que le gain attendu par l’approche conditionnelle augmente avec ρ2

max, qui
est aussi la plus grande valeur propre de la matrice B′Ψ−1B. Ainsi, le gain attendu
est plus important en situation de forte dépendance, c’est-à-dire lorsque les loadings
prennent les valeurs élevées par rapport à la variance spécifique.

L’optimalité de la règle de classification de Bayes standard, établie sans hy-
pothèse sur la matrice de covariance Σ, n’est pas remise en cause. Cependant,
sous l’hypothèse d’une structure en facteurs pour Σ, le résultat ci-dessus établit
la supériorité théorique d’une approche fondée sur des covariables ajustées sur les
facteurs x − Bz. La section suivante présente un algorithme d’estimation des pa-
ramètres du modèle (3.5).

4.2 Algorithme d’estimation du modèle à facteurs

L’algorithme proposé alterne l’estimation de µ0, µ1, B et Ψ et le calcul des
facteurs latents Z.

Initialisation L’algorithme est initialisé par les moyennes empiriques par groupe
µ̂0 = x̄0 et µ̂1 = x̄1. A partir de ces estimations, les données sont centrées par groupe.
Ces profils centrés x − µ̂y sont utilisés pour estimer B et Ψ avec l’algorithme EM
détaillé dans Friguet et al. (2009). Les estimateurs associés sont notés B̂ et Ψ̂.

Etape 1 : extraction des facteurs Sous le modèle à facteurs, la méthode de
Thompson permet de calculer les facteurs latents. On propose de l’adapter au cas
de la classification supervisée. En effet, on déduit de la loi jointe multivariée des
covariables et des facteurs latents que l’espérance conditionnelle des facteurs sachant
le profil x s’écrit :

Ex(Z) = (Iq +B′Ψ−1B)−1B′Ψ−1 (x− [µ0Px(Y = 0) + µ1Px(Y = 1)]) (3.7)

où

Px(Y = 1) = 1− Px(Y = 0) =
1

1 + exp(−β0 + β∗′x)
.

Remarques

1. Les estimateurs des coefficients de régression (β̂0, β̂) peuvent être calculés
explicitement en estimant les paramètres des l’Expressions (3.3) et (3.4). En
effet, d’après la formule de Woodbury, l’inverse de Σ fait appel à l’inversion
d’une matrice de petite dimension (q × q) :

Σ−1 = Ψ−1 −Ψ−1B(Iq +B′Ψ−1B)−1B′Ψ−1

2. A partir des estimations (β̂0, β̂), on peut déduire les probabilités individuelles
Px(Y = 1). Cependant, ces valeurs sont affectées en pratiques par le sur-
ajustement ce qui pénalise les performances de classification de la méthode.
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Afin de réduire l’impact du sur-ajustement, on propose donc d’estimer ces
probabilités par des méthodes parcimonieuses telle que la régression logis-
tique régularisée par une pénalisation `1.

On peut ensuite calculer des facteurs latents par un estimateur plug-in de l’Expres-
sion (3.7) en remplaçant les paramètres par leurs estimations µ̂0, µ̂1, B̂ et Ψ̂ :

Ẑ = (Iq + B̂′Ψ̂−1B̂)−1B̂′Ψ̂−1
(
x− [µ̂0P̂x(Y = 0) + µ̂1P̂x(Y = 1)]

)
Etape 2 : estimation des paramètres L’actualisation des estimations des
moyennes par groupe se fait par ajustement du modèle (3.5) et estimation par
la méthode des moindres carrés, où les facteurs Z sont remplacés par leur estima-
tion Ẑ. On peut ainsi actualiser les profils centrés (x − µ̂y) pour mettre à jour les
estimateurs des paramètres de covariance B̂ et Ψ̂.

Itération et critère d’arrêt Les étapes 1 et sont 2 sont réitérées, alternant
mise à jour des facteurs latents et actualisation du modèle à facteurs. L’algo-
rithme s’arrête lorsque deux estimations successives des moyennes sont suffisam-
ment proches.

Les données ajustées sur les facteurs (ou décorrélées) sont définies par x− B̂Ẑ.
La stratégie proposée consiste à définir la “version facteur-ajustée” d’une méthode
de classification par le fait d’appliquer cette méthode sur les données décorrélées.

Dans la suite, on illustre sur des données réelles et sur des simulations que cette
nouvelle méthode de décorrélation des données améliore la sélection de variables
en terme d’erreur de classification et de reproductibilité de l’ensemble des variables
sélectionnées.

5 Illustration sur des données réelles

Lorsque l’on analyse des données réelles, il est impossible de savoir quelles va-
riables ont été sélectionnées à tort ou non. Néanmoins, on tente dans cette section
d’illustrer l’instabilité du Lasso sur des données réelles en étudiant la répétabilité
des variables sélectionnées et l’erreur de classification calculée par validation croisée.
Ensuite, l’apport de la méthode proposée sera étudié sur des données de méthylation
de l’ADN.

5.1 Stabilité de la sélection de variables

5.1.1 Données

Les données détaillées par Hedenfalk et al. (2001), issues de puces à ADN
sont souvent utilisées dans la littérature pour étudier des procédures statistiques
en grande dimension. Il s’agit de données de cancer du sein téléchargeables à
l’adresse http://research.nhgri.nih.gov/microarray/NEJM_Supplement/. Les
individus ont été initialement répartis en trois groupes : BRCA1(7 observations),

http://research.nhgri.nih.gov/microarray/NEJM_Supplement/
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Table 3.1 – Sélection sur les données complètes
Données Variables Erreur de prédiction

Brutes 11 0.400
Décorrélées 8 0.267

BRCA2 (8 observations) et Sporadic (6 observations) et les expressions de 3226
gènes sont mesurées. Un individu étant classé dans 2 groupes à la fois, celui-ci a été
supprimé. 196 gènes présentant des valeurs extrêmes (au dessus de 10 ou inférieur à
0.1) ont été supprimés et les données sont passées au log2. Finalement, le problème
revient à sélectionner parmi 3030 gènes les variables discriminant au mieux les
groupes BRCA1 et BRCA2 à partir de 15 observations.

5.1.2 Méthodes

Le but de cette étude est de comparer les résultats obtenus par le Lasso sur les
données brutes à ceux obtenus par le Lasso appliqué aux données ajustées sur l’effet
des facteurs. Bien que le Lasso soit connu pour être peu robuste à la corrélation
(Bach (2008)), cet exemple permet d’illustrer l’apport de la décorrélation en terme
de stabilité des résultats. D’abord, le Lasso est appliqué sur le jeu de données com-
plet et l’erreur de classification est estimée par validation croisée. Afin d’étudier
la reproductibilité des résultats, la même procédure est appliquée sur 15 jeux de
données incomplets (14 observations), où une observation a été successivement sup-
primée. Ceci permet d’étudier la stabilité des résultats à la suppression d’une obser-
vation. On compare ainsi l’ensemble des variables sélectionnées sur le jeu de données
complet à chaque ensemble sélectionné sur les données incomplètes.

Ensuite, la même procédure est appliquée sur les données ajustées sur l’effet des
facteurs selon la méthode présentée en Section 4. Le nombre de facteurs est estimé
à 1 sur les données complètes et incomplètes. Sur chaque jeu de données incomplet,
un nouveau modèle à facteurs est estimé. Enfin, la taille de l’échantillon étant très
faible, le paramètre de régularisation est estimé par Leave-One-Out.

5.1.3 Résultats sur données complètes

Les résultats de la procédure de sélection appliquée aux données complètes
(brutes et ajustées sur les facteurs) sont reportés Table 3.1. En appliquant le
Lasso aux données décorrélées, on observe un plus petit sous-ensemble de variables
sélectionnées et une erreur de classification plus faible. Dans la suite, on notera
Iraw (respectivement IFA) ce sous-ensemble de variables sélectionnées par le Lasso
appliqué aux données brutes (resp. ajustées sur l’effet des facteurs).

5.1.4 Résultats sur données incomplètes

La procédure Lasso est donc appliquée sur 15 jeux de données incomplets, en
supprimant un à un chaque observation des données initiales. La Table 3.2(a) (resp.
3.2(b)) présente le nombre de variables sélectionnées, le nombre et la proportion de
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Table 3.2 – Sélection sur les données incomplètes

(a) Données brutes

Obs. supprimée 1 2 3 4 . . . 12 13 14 15 Moy. Ec.type
Variables 1 10 7 8 . . . 6 12 6 6 6.4 (3.6)
Inclus (N) 1 9 3 6 . . . 6 6 3 5 4.2 (2.5)
Inclus (%) 9.1 81.8 27.3 54.5 . . . 54.5 54.5 27.3 45.5 38.2 (22.3)

Erreur 0.571 0.214 0.286 0.214 . . . 0.214 0.357 0.214 0.357 0.300 (0.138)

(b) Données décorrélées

Obs. supprimée 1 2 3 4 . . . 12 13 14 15 Moy. Ec.type
Variables 9 7 9 10 . . . 9 7 12 8 7.9 (2.5)
Inclus (N) 5 7 6 8 . . . 7 6 8 7 5.7 (2)
Inclus (%) 62.5 87.5 75.0 100.0 . . . 87.5 75.0 100.0 87.5 70.8 (24.9)

Erreur 0.357 0.214 0.286 0.071 . . . 0.357 0.357 0.214 0.214 0.229 (0.115)

Note : “Variables” représente le nombre de variables sélectionnées / “Inclus (N)” représente le nombre
de variables sélectionnées appartiennant à Iraw ou IFA, c’est le nombre de variables dites “stables” /

“Inclus (%)” est la proportion de variables stables / “Erreur” représente l’erreur de prédiction calculée
par validation croisée

variables appartenant à Iraw (resp. IFA) et l’erreur de prédiction pour chaque sous-
jeu de données. La table présente les résultats après suppression des 4 premières et
4 dernières observations ainsi que les moyenne (Moy.) et écart-type (Ec.type). Pour
éviter de charger le tableau, les résultats pour toutes les observations ne sont pas
présentés.

La Table 3.2(a) présente des situations très variées, en fonction de l’observation
qui est supprimée. Certaines observations ont une influence forte sur la stabilité des
résultats. Par exemple, le Lasso semble très sensible au retrait de l’observation 1,
car une seule variable est sélectionnée au lieu de 11 sur le jeu de données complet.
Parmi les 6 variables sélectionnées après le retrait de l’observation 14, seulement
3 appartiennent à Iraw. Ce phénomène est moins marqué lorsque le Lasso est ap-
pliqué aux données facteurs-ajustées (Table 3.2(b)). On remarque qu’en moyenne,
la proportion de variables appartenant à IFA est plus élevée (38.2% contre 70.8%)
et l’erreur de prédiction moyenne est plus faible (0.300 contre 0.229).

5.1.5 Conclusion

Cet exemple permet d’illustrer que la stabilité des résultats d’une procédure clas-
sique de sélection de variables est vraisemblablement affectée par la dépendance.
Un faible changement dans les données, comme la suppression d’un individu, in-
troduit une grande variabilité dans les performances de classification et mène à des
ensembles de variables sélectionnées très différents. L’ajustement sur des facteurs
latents aide à atténuer les effets dû à l’hétérogénéité des données et améliore la
stabilité de la sélection mais aussi l’erreur de prédiction.

5.2 Etude de données de méthylation de l’ADN

Les données sur la méthylation de l’ADN intéressent les biologistes car elles
permettent de mettre en évidence de nouveaux processus biologiques. Ces données
sont caractérisées par une très forte hétérogénéité et il est intéressant d’étudier
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l’apport de l’ajustement sur les facteurs sur ce type de données (Houseman et al.
(2015)).

5.2.1 Données

Cancer de l’estomac Les données sont issues d’une étude sur le cancer de l’es-
tomac. Les données ont été initialement publiées par Zouridis et al. (2012) et
contiennent 27 578 mesures de méthylation de l’ADN et 297 observations. 2 573
variables sont supprimées pour cause de données manquantes ce qui laisse 25 005
variables. La variable réponse est binaire et on compte 203 cas (cancer gastrique)
et 94 échantillons de tissus de l’estomac non malades.

Carcinome Les données sont issues d’une étude sur le carcinome cellulaire squa-
meux de la tête et du cou (Langevin et al. (2012) et Houseman et al. (2015)) et
contiennent initialement 27 578 mesures de méthylation de l’ADN dans le sang de
92 individus atteints de carcinome et 92 témoins. La variable réponse est binaire :
cas/contrôle. Après suppression des données manquantes, le jeu de données contient
26 482 colonnes.

5.2.2 Méthodes

D’après l’étude par simulations de la section suivante, SDA semble être la
méthode issue de la littérature la plus performante en terme d’erreur de prédiction
et de précision de sélection. Dans un premier temps, la méthode SDA est appliquée
au jeu de données complet. Les résultats sont comparés à ceux obtenus par SDA
après décorrélation par l’algorithme proposé. L’erreur de prédiction est estimée par
validation croisée avec 10 folds et 20 répétitions. Ainsi, le modèle est estimé sur 200
sous-échantillons.

5.2.3 Résultats

Cancer de l’estomac Le critère d’inflation de la variance (Friguet et al. (2009))
suggère d’extraire 10 facteurs. La Table 3.3(a) contient l’erreur de prédiction et le
nombre de variables sélectionnées par les deux procédures comparées.

Carcinome Le critère d’inflation de la variance (Friguet et al. (2009)) suggère
d’extraire 8 facteurs. La Table 3.3(b) présente les résultats obtenus par les deux
méthodes. On remarque que l’ajustement sur les facteurs latents mène à une erreur
de classification équivalente à celle atteinte par SDA mais pour un plus petit nombre
de variables sélectionnées.

6 Simulations

Afin d’étudier l’apport de l’ajustement sur les facteurs en sélection de variables
et en classification, on réalise une étude par simulations. Plusieurs méthodes de
classification tirées de la littérature sont appliquées sur des données simulées selon
plusieurs scenario de dépendance sont considérés : indépendance, dépendance en
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Table 3.3 – Nombre de variables sélectionnées et taux d’erreurs pour le jeu de
données sur le cancer de l’estomac et le carcinome.

(a) Cancer de l’estomac

Méthode Nombre de Erreur de
variables prédiction

SDA 2638 0.0301
Factor-adjusted SDA 305 0.0217

(b) Carcinome

Méthode Nombre de Erreur de
variables prédiction

SDA 2915 0.2719
Factor-adjusted SDA 619 0.2626

blocs, structure en facteurs et matrice de Toeplitz, à la manière de Meinshausen
and Bühlmann (2006)). Les performances des méthodes originales sont comparées
à celles des méthodes appliquées sur les données décorrélées.

6.1 Plan de simulations

Les jeux de données sont simulés selon une loi normale multivariée. Chaque jeu
de données contient m = 1 000 variables et n = 30 observations. On considère
une variable réponse binaire Y telle que les jeux de données soient séparés en deux
groupes de taille n0 = n1 = n/2. Les m-profils individuels X sont distribués selon
une loi normale de moyenne µ0 = 0m dans le premier groupe (Y = 0), où 0m ∈ Rm
est le vecteur nul. La moyenne dans le second groupe (Y = 1) est µ1. Un sous-
ensemble I de 50 variables prédictives est tiré au hasard. Concernant ces variables,
le vecteur µ1 possède des composantes non nulles : µ1j = δ si j ∈ I et µ1j = 0
sinon. La valeur de δ est 0.55 ou 0.47, ce qui correspond à un signal fort ou modéré
(d’après la définition de la force d’un signal introduite par Donoho and Jin (2008)).
1 000 jeux de données sont simulés selon chaque structure de covariance Σ décrit
ci-dessous :

(A) Les m variables sont indépendantes et distribuées selon une loi normale de
variance 1. La matrice de covariance est alors la matrice identité Im. Cette
structure de dépendance est utilisée comme un cas “contrôle” et permet de
vérifier que la méthode proposée ne détecte pas à tort de la corrélation ;

(B) Σ est une matrice composée de deux blocs. La corrélation entre les 100
premières variables est égale à 0.7 et la corrélation entre les 900 dernières
est 0.3. Cette matrice de covariance est utilisée pour étudier l’impact de la
dépendance sur les procédures de tests multiples dans le contexte de l’analyse
d’expression de gènes par Zuber and Strimmer (2009).

(C) Σ se décompose en une partie de variance spécifique et de variance commune,
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comme dans le modèle à facteurs : Σ = Ψ+BB′. Ψ est une matrice diagonale
de variance spécifique et B est une matrice m×q générée de façon à ce que la
proportion de dépendance partagée par les covariables trace(BB′)/trace(Σ)
soit élevée (78%). Dans ces simulations, le nombre de facteurs est q = 5. Ce
cas est favorable car la matrice de covariance est générée selon un modèle à
facteurs. On impose donc un signal plus faible δ = 0.47.

(D) Σ est une matrice de Toeplitz. Cette structure de dépendance temporelle
correspond à la matrice de covariance d’un processus auto-régressif tel que
la covariance entre une variable i et une variable j soit σρ|i−j|. Dans ces
simulations, σ = 1 et ρ = 0.99.

6.2 Méthodes

4 procédures de classification sont appliquées à chaque jeu de données simulé.
Ces méthodes sont présentées plus en détails dans l’introduction de ce manuscrit
Chapitre 1.
(LASSO) régression logistique régularisée par une pénalisation `1 implémentée

dans le package R glmnet (Friedman et al. (2010))
(SLDA) Sparse Linear Discriminant Analysis, qui est une LDA régularisée par

une pénalisation `1 (Clemmensen et al. (2011)) implémentée dans le package
R sparseLDA. Le nombre de variables à inclure dans le modèle est arbitrai-
rement fixé à 10 dans ces simulations.

(SDA) Shrinkage Discriminant Analysis, qui est une LDA shrinkée par des esti-
mations de type James-Stein des paramètres, implémentée dans le package
R sda (Ahdesmäki and Strimmer (2010)). On peut toutefois noter que SDA
consiste finalement en un ajustement sur la corrélation des scores utilisés
pour la sélection de variables dans la DDA.

(DDA) Shrinkage Diagonal Discriminant Analysis, qui suppose l’indépendance
entre les données, implémentée dans le package R sda. L’estimation du
modèle de DDA se fait par une pénalisation de type ridge.

Plusieurs seuils sont implémentés dans le package R sda pour réaliser la DDA
et SDA tels que le contrôle du FNDR (False Non Discovery Rate) ou le Higher
Criticism (Donoho and Jin (2008)). Ces deux méthodes donnent des résultats com-
parables et les résultats présentés ici ne concernent que la sélection par contrôle du
FNDR.

Chaque procédure est appliquée sur les données brutes et sur les données ajustées
sur les facteurs, en utilisant la méthode présentée Section 4.2 : pour chaque jeu de
données, les paramètres de covariance Ψ et B et les facteurs latents Z sont estimés
sur les jeux de données d’apprentissage. Les données facteurs-ajustées (étape de
décorrélation) sont calculées suivant la formule x − Bz. Les estimations Ψ̂ et B̂
sont utilisées pour estimer les facteurs latents des données test, décorrélées ensuite
de la même manière. Les méthodes de classification sont ensuite appliquées sur les
données d’apprentissage décorrélées et testées sur les jeux de données test décorrélés.

Les erreurs de prédiction sont calculées sur un jeu de données indépendant
composé de 10 000 observations équilibrées dans chaque groupe et généré selon



6. SIMULATIONS 87

chaque scenario de dépendance. Les performances des méthodes sont mesurées par
l’erreur de prédiction sur les données test, le nombre de variables sélectionnées et
la proportion de variables prédictives sélectionnées (et noté ensuite “précision”) .

6.3 Résultats

Validation croisée La Table 3.4 reporte les erreurs de prédiction dans une situa-
tion sans signal (µ0 = µ1 = 0m, structure de covariance en 2 blocs). Les résultats
ne sont pas “trop” optimistes dans le sens où les erreurs de prédiction sont très
proches de 0. Ceci assure que tous les paramètres sont bien étudiés indépendamment
des données tests et que les étapes de sélection de variables et de classification
sont renouvelées pour chaque jeu de données. Comme le mentionne Hornung et al.
(2014), cette vérification n’est pas triviale et peut affecter la mesure de l’erreur de
prédiction.

Table 3.4 – Vérification des taux d’erreur par validation croisée (erreurs de
prédiction) dans une situation sans signal. On constate que l’erreur de classement
est proche de 50%, qui est la valeur attendue lorsqu’aucune différence n’est intro-
duite entre les groupes.

Données brutes Données facteurs-ajustées

LASSO 0.4989 0.4990
SLDA 0.4989 0.4992
SDA 0.5000 0.5004
DDA 0.4999 0.4996

Cas de l’indépendance Le scenario (A) permet de confirmer que la méthode
proposée ne détecte pas de la dépendance à tort. En effet, aucun facteur n’a été
extrait sur les 1000 jeux de données simulés selon une structure d’indépendance :
les méthodes facteurs-ajustées donnent donc exactement les mêmes résultats que
leur version originale (voir Table 3.5).

Table 3.5 – Aucun facteur n’est extrait pour les jeux de données générés sous
l’indépendance (A). La version facteurs-ajustée des méthodes est équivalente à la
version brute.

Erreur de prédiction Variables Précision (%) mean (sd)

LASSO 0.3858 12.82 40.32 (20.96)
SLDA 0.3873 10.00 39.50 (15.33)
SDA 0.3868 35.09 35.52 (21.77)
DDA 0.3489 32.90 38.44 (23.68)

Structures avec dépendance On s’intéresse maintenant aux résultats obtenus
sur les structures (B), (C) et (D). D’après la Table 3.6 et la Figure 6.3, on remarque
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que les quatre méthodes de sélection comparées (LASSO, SparseLDA, DDA et SDA)
sont améliorées par l’ajustement sur les facteurs. En effet, les erreurs de classement
sont plus faibles et les précisions de sélection sont globalement meilleures.

Plus précisément, concernant la structure en blocs (B), les taux d’erreur sont
plus faibles pour toutes les méthodes et les variables prédictives sont plus souvent
sélectionnées, excepté pour la méthode SDA où les précisions sont similaires.

Le scenario (C) mène sans surprise aux résultats les plus marqués car les données
sont simulées d’après un modèle à facteurs.

La méthode DDA est celle qui donne les taux d’erreur les plus élevés, lorsqu’elle
est appliquée aux données brutes. L’étape de sélection est très instable pour la
structure (C). En effet, aucune variable n’est sélectionnée dans 15% des cas ce
qui explique la moyenne de 4.18 dans la Table 3.6. Concernant les deux autres
scenario, le nombre de variables sélectionnées est élevé sans pour autant que les
variables prédictives le soient. Enfin, la DDA, qui suppose l’indépendance entre les
covariables, est plus adaptée aux données décorrélées et donne ainsi de meilleurs
résultats en terme de sélection et de classification.

L’ajustement sur les facteurs bénéficie le plus aux méthodes LASSO et Sparse
LDA. On peut remarquer que ces deux méthodes donnent des résultats similaires,
ce qu’on peut attribuer au fait qu’elles sont toutes fondées sur une pénalisation `1
et que Clemmensen et al. (2011) utilise une approche par régression sur variables
indicatrices de la LDA pour estimer les paramètres de régression. Par ailleurs, la
méthode SDA est celle qui est le moins améliorée par la décorrélation. En effet,
SDA est une méthode comparable à FADA car elle est aussi fondée sur une étape
de décorrélation. Néanmoins, les performances de SDA sont légèrement améliorées
par FADA. On peut l’expliquer par la flexibilité du modèle à facteurs pour capter
les structures complexes de covariance (notamment la dépendance temporelle, voir
Sheu et al. (2015)), peut-être plus performante que l’approche par shrinkage par un
estimateur de type James-Stein.

7 Package FADA

Cette méthode est implémentée dans un package R disponible sur le CRAN, in-
titulé FADA (Factor Adjusted Discriminant Analysis, voir Perthame et al. (2014)).
Ce package est composé de trois fonctions principales et fonctionne en deux étapes.
La première étape est la décorrélation d’un jeu de données d’apprentissage via
la fonction decorrelate.train selon l’algorithme décrit ci-dessus. La fonction
decorrelate.test permet de décorréler un jeu de données test à partir des estima-
tions obtenues lors de l’appel de la fonction decorrelate.train sur des données
d’apprentissage. Ensuite, la seconde étape est une étape de classification via la fonc-
tion FADA. Cette fonction propose plusieurs méthodes de classification supervisée :
SDA, SparseLDA et Lasso. La fonction hérite de toutes les options disponibles
dans les packages implémentant ces méthodes. Le calcul de l’erreur de classification
peut se faire sur des données test ou par validation-croisée si aucun jeu de données
test n’est fourni. L’ensemble des variables sélectionnées ainsi que les coefficients de
régression sont renvoyés.
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Table 3.6 – Simulation results for several designs of dependence

Method Prediction error Features Precision (%) mean (sd)

Block structure (B)
LASSO 0.3780 12.64 40.05 (23.85)

Factor-adjusted LASSO 0.3118 15.44 49.16 (21.30)

SLDA 0.3872 10.00 39.80 (15.50)
Factor-adjusted SLDA 0.3426 10.00 50.80 (16.00)

SDA 0.3244 41.63 42.12 (17.77)
Factor-adjusted SDA 0.2863 44.19 42.46 (18.08)

DDA 0.4393 165.10 28.31 (24.46)
Factor-adjusted DDA 0.2820 48.44 42.13 (19.14)

Factor structure (C)
LASSO 0.2660 14.025 62.67 (14.94)

Factor-adjusted LASSO 0.1038 8.477 90.43 (12.35)

SLDA 0.3000 10.00 68.80 (17.25)
Factor-adjusted SLDA 0.0926 10.00 87.50 (11.67)

SDA 0.1258 70.00 50.29 (14.84)
Factor-adjusted SDA 0.0452 53.17 65.17 (19.00)

DDA 0.4772 4.18 69.75 (18.30)
Factor-adjusted DDA 0.0474 55.26 65.04 (20.61)

Temporal dependence (D)
LASSO 0.3020 13.10 62.36 (20.63)

Factor-adjusted LASSO 0.1510 8.03 93.02 (9.69)

SLDA 0.3314 10.00 62.50 (17.08)
Facto-adjusted SLDA 0.1222 10.00 90.90 (10.83)

SDA 0.2695 57.20 75.07 (23.94)
Factor-adjusted SDA 0.0893 68.22 67.93 (25.66)

DDA 0.4813 149.42 15.58 (15.27)
Factor-adjusted DDA 0.3146 97.65 48.76 (29.91)

Table 3.7 – Violin plots of error rates
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8 Conclusion

Dans ce chapitre, l’impact de l’hétérogénéité des données sur le rang et la sta-
bilité des variables sélectionnées est illustré sur un exemple de modèle de classifi-
cation supervisée. La plupart des méthodes classiques en classification supervisée
supposent l’indépendance ou des corrélations faibles entre les variables. Cependant,
l’hétérogénéité des données remet en cause cette hypothèse. La méthode décrite
dans ce chapitre propose un cadre générale de modélisation de la dépendance. Un
modèle à facteurs est utilisé pour capter la dépendance sur un petit nombre de
variables latentes et la règle de Bayes conditionnelle à la structure de dépendance
est définie. Ensuite, un algorithme prenant en compte la structure de covariance
pour estimer simultanément la matrice de covariance, le signal et les probabilités
individuelles est proposé afin de décorréler les données. Enfin, on montre que l’op-
timalité de la règle de classification de Bayes conditionnelle revient à appliquer la
règle de Bayes usuelle aux données ajustées sur l’effet des facteurs latents.

On remarque que l’ajustement sur les facteurs améliore la stabilité de certaines
procédures usuelles de classification. Un apport de cette étape de décorrélation est
que les performances de classification sont nettement améliorées dans les situations
où la structure de dépendance est élevée et peut être modélisée par un modèle à
facteurs.

L’étude par simulations donne de bons résultats sur des structures associées à des
données génomiques, selon plusieurs auteurs, ce qui est un des domaines d’intérêt
de ce manuscrit. Néanmoins, cette approche convient aussi à d’autres domaines
scientifiques. En effet, l’illustration sur la matrice de Toeplitz laisse penser que
cette méthode est intéressante aussi dans ces cas de dépendance temporelle.

Enfin, dans ce manuscrit, on se place dans un contexte de LDA. On considère
donc que la structure de covariance est la même pour tous les groupes. On peut
cependant extraire des facteurs latents liés à la variable de groupe en considérant
un modèle à facteurs par groupe. Cependant, dans un contexte de grande dimen-
sion, le nombre d’observations est faible au regard du nombre de variables. Estimer
plusieurs modèles indépendamment pour chaque sous-échantillon risque de réduire
la puissance de la méthode à détecter le signal biologique des données (la différence
entre les groupes).





CHAPITRE 4

IDENTIFICATION D’UN SIGNAL PAR HIGHER
CRITICISM THRESHOLDING DÉCORRÉLÉ POUR DES

DONNÉES ERP

Résumé : les potentiels évoqués (ERP) sont des mesures permettant
de relier l’activité électrique cérébrale à des événements moteurs,
sensoriels ou cognitifs au cours du temps. Un des principaux objec-
tifs des études ERP est de sélectionner des instants (souvent rares)
durant lesquels des variations (faibles) d’ERP sont significative-
ment associées à une condition expérimentale d’intérêt. Le Higher
Criticism Thresholding (HCT) est une procédure de sélection per-
formante sous les conditions du modèle Rare-and-Weak qui parait
donc adaptée à l’analyse de données ERP. Cependant, les ERPs
présentent une forme de dépendance temporelle complexe qui en-
freint les hypothèses sous lesquelles le signal peut être identifié
efficacement par la procédure HCT. Ce chapitre illustre d’abord
l’impact de la dépendance sur l’identification d’un signal par la
méthode HCT. Un modèle à facteurs pour la structure de cova-
riance est introduit dans la procédure HCT afin de décorréler
les statistiques de test et de restaurer sa stabilité. Les limites
de détectabilité du signal pour une structure de dépendance ad-
mettant une décomposition en facteurs sont déduites, permettant
d’étendre le diagramme de phase souvent associé à la méthode
HCT. A partir de simulations et d’une étude de données réelles,
la méthode proposée semble estimer de manière plus précise le
support du signal lorsqu’elle est comparée au HCT standard et à
d’autres approches fondées sur une estimation par shrinkage de la
matrice de covariance.
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3 HCT pour la détection d’un signal . . . . . . . . . . . . . . . 105
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A la différence du Chapitre 2, le Chapitre 4 aborde une procédure de tests
multiples dont le but initial n’est pas de contrôler le taux de faux positifs mais
de détecter un signal de façon optimale. En effet, dans le cadre de la détection
d’un signal, c’est-à-dire le test global de sa nullité, le Higher Criticism est construit
pour atteindre les limites d’optimalité de détection, pour certaines conditions sur
la parcimonie et l’amplitude du signal. Cette méthode est aussi connue pour être
efficace en terme d’estimation du support du signal. Ce chapitre étudie donc l’apport
de la décorrélation des statistiques de test sur les propriétés du Higher Criticism en
situation de dépendance pour la détection et pour l’identification d’un signal.

1 Introduction

Les potentiels évoqués (ERP) sont des différences de potentiels mesurées à
différents emplacements du crâne d’un sujet. Les ERP permettent de relier l’activité
électrique cérébrale, mesurée par électroencéphalographie (EEG), à une condition
expérimentale physique ou mentale. Comme l’imagerie par résonance magnétique
fonctionnelle (fMRI), les ERPs sont des outils de mesures non invasifs enregistrant
directement l’activité neurologique corticale. En revanche, contrairement à la fMRI,
les ERPs possèdent une meilleure résolution temporelle pour étudier l’évolution
temporelle des processus mentaux et sont moins couteux. En recherche fondamen-
tale, les ERPs offrent une méthode psychophysiologique pour étudier les processus
attentionnels, le langage et les fonctions de la mémoire, ce qui permet d’obtenir
des informations non disponibles à partir d’études comportementales seules. En
recherche clinique, les ERPs font partie des nombreux biomarqueurs non invasifs
proposés pour évaluer des désordres neurologiques ou psychiatriques tels que la
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maladie d’Alzheimer, la déficience cognitive légère amnésique, les troubles de l’at-
tention ou encore l’hyperactivité.

Durant d’une expérience, les ERPs sont habituellement mesurés en millisecondes
(ms) durant une à quelques secondes, à partir du début d’un événement extérieur
(stimulus). Les courbes d’ERP sont connues pour être bruitées et très variables, à
la fois au sein d’un sujet et entre les sujets, ce qui explique que les courbes sont
habituellement moyennées pour une même condition expérimentale et pour le même
sujet. Afin d’identifier des intervalles de temps durant lesquels les ERPs sont reliés à
un stimulus (réponse), les chercheurs doivent étudier simultanément la significativité
de milliers de tests d’hypothèse. Un équilibre doit alors être établi entre le maintien
d’un taux de faux positifs suffisamment faible et l’assurance d’une puissance de
détection du signal correcte. Le but de ce chapitre est donc d’atteindre cet objectif
pour des données ERP présentant une structure de dépendance temporelle forte.

La recherche d’instants durant lesquels les ERP sont significativement associés à
une variable réponse peut être vue comme un problème d’identification d’un signal
sous le modèle Rare and Weak introduit par Donoho and Jin (2004). L’analyse à
grande échelle de courbes ERP est en effet fondée sur une collection de statistiques
de test T = (T1, . . . , TT ) associées aux tests de non association de la mesure à l’ins-
tant t et de la variable cible, d’hypothèse nulle H0,t. Le modèle Rare and Weak est
certes simple mais il fournit un cadre théorique utile pour étudier les propriétés des
procédures de détection d’un signal. Dans le contexte des tests multiples, Donoho
and Jin (2004) proposent la procédure Higher Criticism Thresholding (HCT) en
s’inspirant de l’idée de Tukey (1976) d’un critère de significativité globale d’un en-
semble de tests. La procédure HCT est connue pour être optimale pour détecter un
signal sous l’indépendance. En effet, les limites de détection peuvent être exprimées
et Donoho and Jin (2004) montrent que la procédure HCT atteint les limites op-
timales théoriques de décision. Pour le problème plus difficile d’identification de
variables sous l’alternative dans une optique de classification ou de prédiction, Do-
noho and Jin (2008) montrent la supériorité de la procédure HCT par rapport aux
procédures de tests multiples visant à contrôler le taux de faux positifs (FDR).

Comme mentionné dans le Chapitre 2 et dans Causeur et al. (2012), la structure
de dépendance forte observée entre les courbes ERP induit une régularité temporelle
des statistiques de test : des p-valeurs faibles sont observées en dehors du support
du signal ce qui peut mener à des décisions erronées. Cette instabilité du rang des
probabilités critiques due à la dépendance est aussi rapportée dans le contexte de
l’analyse de données génomique (voir par exemple Ahdesmäki and Strimmer (2010),
Friguet et al. (2009) et dans le Chapitre 3). La procédure HCT est connue pour être
performante lorsque les tests sont faiblement corrélés (voir Hall and Jin (2008)) mais
ses performances peuvent être améliorées en prenant en compte la dépendance (voir
Ahdesmäki and Strimmer (2010) et Hall and Jin (2010)). Par exemple, Hall and
Jin (2010) montrent que les limites théoriques de détection du signal établies sous
le modèle Rare and Weak sont affectées par une forte dépendance entre les tests et
les auteurs introduisent en conséquence la procédure innovated HCT (iHCT). Hall
and Jin (2010) démontrent alors qu’en situation de dépendance, les propriétés de
détection de la procédure HCT sont rétablies grâce à la procédure iHCT.



96 CHAPITRE 4. HIGHER CRITICISM THRESHOLDING DÉCORRÉLÉ

Par ailleurs, dans un contexte de sélection de variables en analyse linéaire dis-
criminante, Ahdesmäki and Strimmer (2010) appliquent la procédure HCT aux
CAT-scores, des statistiques de tests ajustées sur la corrélation par une estimation
shrinkée de la matrice de covariance (voir Zuber and Strimmer (2009)). Les auteurs
montrent que les performances de la procédure HCT sont améliorées par cette
décorrélation par une racine de l’inverse de la matrice de covariance obtenue par
une estimation de type James-Stein de la matrice de covariance. Dans ce contexte de
classification, dans le Chapitre 3, la notion de décorrélation à la manière de Friguet
et al. (2009) est adaptée au problème de la sélection de variables pour la classi-
fication supervisée. L’approche proposée repose sur une hypothèse assez générale
de structure en facteurs de la matrice de covariance et un algorithme d’estimation
simultanée du signal et de la matrice de covariance est déduit, afin de décorréler
efficacement les données avant l’étape de classification.

Comme illustré dans le Chapitre 2 et dans Causeur et al. (2012), la structure
de dépendance observée sur les statistiques de tests calculées sur les données ERP
peut être approchée par une décomposition de la matrice de covariance par un
petit nombre de facteurs. La procédure proposée dans ce chapitre a pour but de
sélectionner efficacement les instants pour lesquels l’activité cérébrale est associée
à la variable de traitement. Cette approche possède aussi de bonnes propriétés
algébriques permettant l’expression explicite d’une racine de la matrice de cova-
riance inverse. Ce chapitre est motivé par l’analyse de données ERP collectées du-
rant une tâche dite de oddball dont le déroulement de l’expérience est décrit dans
la Section 2. Cette section introduit aussi quelques méthodes de détection d’un si-
gnal dans le cadre du modèle linéaire multivarié. Une rapide revue de la procédure
HCT en situation d’indépendance et de dépendance est présentée dans la Section 3.
Le modèle à facteurs est rappelé en Section 4 puis une extension des limites de
détection sous dépendance et la méthode Factor-innovated HCT (F-iHCT) sont
proposées. Les propriétés de cette procédure sont étudiées sur des simulations et
sur les données récoltées lors de l’expérience de oddball dans la Section 5. Enfin, la
Section 6 conclut ce chapitre par une discussion.

2 Détection d’un signal lors d’expériences

ERP

On considère dans ce chapitre le problème statistique d’un test de comparaison
des moyennes de I groupes de courbes ERP où le nombre de courbes dans le groupe
i est noté ni. Les n = n1 + . . . + nI courbes ERP sont observées aux instants
{t1, . . . , tT } pour J sujets. Ce problème de détection d’un signal est motivé par une
expérience auditive de oddball.

2.1 Expérience auditive de oddball

La tâche dite de oddball est une des tâches expérimentales les plus couramment
utilisées dans les études ERPs (voir Picton (1992)). Le principe de cette expérience
est de présenter deux classes de stimuli, l’un se produisant fréquemment (standard),
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l’autre plus rarement (cible). Il est demandé au sujet de faire la distinction entre
les deux stimuli et de répondre en fonction du stimulus désigné comme cible.

L’exemple traité dans ce chapitre concerne des données récoltées lors d’une
expérience d’ERP auditive réalisée à Kaohshung Medical University à Taiwan. Les
tâches consistent en deux tonalités pures de 500 Hz et 1000 Hz. La première tona-
lité est présentée 120 fois parmi les 150 répétitions alors que la seconde (la cible)
n’est présentée que 30 fois. L’ordre de présentation des tonalités est aléatoire et on
demande au sujet de compter silencieusement le nombre de cibles. Pour chacune
des 4 électrodes (FZ, C3, C4 et O1) et pour chacun des J = 15 sujets, une courbe
ERP est obtenue pour les deux conditions de tonalité. Chaque courbe commence à
-100 millisecondes (ms) et se termine à 399.5 ms, avec une mesure toutes les demi-
millisecondes. Le stimulus commence à 0 ms. Dans la suite de ce chapitre, seuls les
résultats sur l’électrode FZ sont présentés.

Parmi une littérature vaste sur le sujet, Williams et al. (2005) observent un signal
au niveau de la zone parieto-centrale du crâne autour de 300 ms (appelé composante
P300), plus marqué après l’occurence de l’événement cible. La problématique est de
sélectionner des temps, possiblement autour de 300 ms, pour lesquels les mesures
ERP permettent de détecter quelle tonalité a été présentée au sujet. Le but final
est de vérifier si la composante P300 peut être considérée comme un marqueur
électrophysiologique pour étudier des troubles psychiatriques ou neurologiques.

On s’attend à ce que l’activation cérébrale soit différente au cours du temps, en
fonction de la fréquence de tonalité écoutée par les participants : 500 ou 1000 Hz.
Les données sont constituées de T = 799 instants mesurés pour J = 15 sujets et
pour I = 2 conditions. En guise d’exemple, la Figure 4.1 montre les courbes ERP
pour les sujets 1 (ligne bleue) et 2 (ligne orange) pour la condition 500 Hz (trait
plein) et 1000 Hz (trait pointillé). Cette figure illustre la grande variabilité observée
entre les sujets.

2.2 Modèle linéaire multivarié

Analyse de variance On désigne par Yijt la mesure ERP au temps t, pour tout
t ∈ {t1, . . . , tT }, pour la condition i, i ∈ [1; I] et pour le sujet j, j ∈ [1;ni]. On
observe au total n = n1 + . . . + nI courbes d’ERP. On considère dans un premier
temps le modèle d’analyse de variance suivant :

Yijt = x′0ijµt + ait + εijt, (4.1)

où x0ij est un r-vecteur de covariables d’ajustement pour le sujet j ne dépendant
pas de la condition i, ait est l’effet de la condition i au temps t sur la mesure Yijt.
Pour l’expérience auditive de oddball, x0ij = (1, δj) où δj est une variable binaire
prenant la valeur 1 pour le sujet j. Le vecteur εij = (εijt1 , . . . , εijtT ) est un terme
d’erreur distribué selon une loi normale centrée, d’écart-type σ = (σt1 , . . . , σtT )′

et de matrice de corrélation R. La Figure 4.2 indique que les écart-types intra-
condition s = (st1 , . . . , stT )′ varient fortement au cours de l’expérience, où s2

t est
l’erreur quadratique moyenne corrigée des degrés de liberté au temps t. De plus, la
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Figure 4.1 – Représentation des courbes ERP pour les sujets 1 (bleu) et 2 (orange)
observées lors de l’expérience auditive pour la condition Hz500 (trait plein) et
Hz1000 (trait pointillé)

Figure 4.3 présente une image des corrélations intra-condition entre mesures ERP
et montre que la structure de dépendance est caractérisée par des auto-corrélations
élevées et une structure en blocs.

Le modèle (4.1) peut s’exprimer de manière équivalente sous forme matricielle :

Yt = X0µt +Xat + εt, (4.2)

où Yt = (Y11t, . . . , Y1,n1,t, Y21t, . . . , Y2,n2,t, . . . , YI1t, . . . , YI,nI ,t)
′, X0 est une matrice

n×r dont les lignes sont les vecteurs x′0ij , at = (a2t, . . . , aIt)
′ est le (I−1)-vecteur des

effets associés à la condition expérimentale, X est une matrice de design n× (I−1)
dont la i-ème colonne Xi est nulle excepté pour les composantes comprises entre
n1 + . . .+ ni + 1 et n1 + . . .+ ni+1 prenant la valeur 1. Enfin, le terme d’erreur εt
est tel que εt = (ε11t, . . . , ε1,n1,t, ε21t, . . . , ε2,n2,t, . . . , εI1t, . . . , εI,nI ,t)

′.

Sous les hypothèses énoncées ci-dessus, notamment celle de normalité, et pour
une structure de variance et de corrélation (σ,R), l’estimateur des moindres carrés
généralisés (GLS) de at cöıncide avec l’estimateur du maximum de vraisemblance
(ML) :

ât = S−1
xx Sxyt , (4.3)

où Sxx est la matrice (I − 1)× (I − 1) de variance empirique déduite de la matrice
de design du modèle (4.2) :

Sxx =
1

n
X ′P0X,
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Figure 4.2 – Ecart-types intra-condition estimés sur les données d’ERP auditives

Figure 4.3 – Image de la matrice des corrélations intra-condition des données
d’ERP auditives
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où P0 = In −X0(X ′0X0)−1X ′0. De la même manière, Sxyt est le (I − 1)-vecteur de
covariance entre la variable réponse Yt et la matrice de design :

Sxyt =
1

n
X ′P0Yt.

De plus, la variance résiduelle σ2
t est estimée par la moyenne quadratique des erreurs

résiduelles corrigée des degrés de liberté des résidus :

s2
t =

Y ′t (P0 − P )Yt
n− (r + I − 1)

, (4.4)

où P est la matrice n× n de projection orthogonale suivante :

P = XP0

[
X ′P0X

]−1
P0X

′.

Détection d’un signal La détection statistique d’un signal revient à tester l’hy-
pothèse nulle suivante :

H0 : pout tout t, at = 0.

L’erreur de type I de ce test peut s’écrire comme la probabilité de déclarer à tort
qu’il existe au moins un instant t pour lequel at 6= 0. Le contrôle de l’erreur de type I
du test global sur toute la durée de l’expérience revient de manière équivalente à
contrôler le Family-Wise Error Rate (FWER), c’est-à-dire la probabilité de rejet à
tort de l’hypothèse nulle au moins une fois lors du test simultané de la collection
d’hypothèses suivante :

H0t : at = 0.

Pour tester chacune de ces hypothèses, il est classique de construire la statistique
de Fisher Ft suivante :

Ft =
n

I − 1

â′tSxxât
s2
t

.

Les probabilités critiques associées à ces statistiques de test sont notées :

pt = 1−GI−1,n−(r+I−1)(Ft),

où GI−1,n−(r+I−1)(.) est la fonction de répartition d’une loi de Fisher à (I − 1) et
(n−(r+I−1)) degrés de liberté. Plusieurs procédures de tests multiples permettent
de déterminer un seuil de rejet p∗ sur la collection des p-valeurs associées aux tests
de l’hypothèse H0t, t = {t1, . . . , tT }. Lorsque les tests sont indépendants, une des
méthodes les plus répandues est la correction de Bonferroni, où le choix du seuil
p∗ = α/T garantit un contrôle du FWER inférieur à α :

PH0

(⋃
t

[ n

I − 1

â′tSxxât
s2
t

≥ f∗
])
≤ α,

où f∗ = G−1
I−1,n−(r+I−1)(1− p

∗). Cependant, les procédures de tests multiples assu-
rant un contrôle du FWER sont connues pour être conservatives et la correction de
Bonferroni n’est pas adaptée aux tests corrélés.
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Analyse de variance multivariée Une approche alternative est de construire
une statistique de test unique pour le test de l’hypothèse H0 en concaténant les
courbes observées en un vecteur Y = (Y ′t1 , Y

′
t2 , . . . , YtT )′. Le modèle (4.1) peut alors

s’écrire sous la forme d’un modèle d’analyse de variance multivariée :

Y = [IT ⊗X0]µ+ [IT ⊗X]a+ ε,

= X̃0µ+ X̃a+ ε, (4.5)

où ⊗ est le produit de Kronecker et les paramètres du modèle sont tels que µ =
(µ′t1 , . . . , µ

′
tT

)′ et a = (a′t1 , . . . , a
′
tT

)′. Les résidus de ce modèle linéaire ne sont pas
homoscédastiques. En effet,

Var(ε) = [DσRDσ]⊗ In = Vε,

où Dσ est une matrice diagonale T ×T dont les termes diagonaux sont σt1 , . . . , σtT .
Ainsi la variance de l’estimateur des moindres carrés généralisés âgls = (ât1 , . . . , âtT )
de a s’écrit :

Var(âgls) =
1

n
[DσRDσ]⊗ S−1

xx . (4.6)

Dans le contexte des ERP, de récents articles (voir Bugli and Lambert (2006);
Smith and Kutas (2015a,b)) proposent des tests de Fisher en analyse de variance
fondés sur cette présentation des données. De plus, Bugli and Lambert (2006);
Smith and Kutas (2015a,b) expliquent que ce contexte permet aussi d’introduire un
modèle non-paramétrique de lissage pour µ et a à partir de B-splines ou d’ondelettes.
Cette approche modifie la matrice de design du modèle et réduit ainsi le nombre
de coefficients de régression. En effet, si ϕ désigne la matrice T × S associée à une
base de fonctions, par exemple des B-splines (tels que ϕis = φs(ti), s = 1, . . . , S ;
i = 1, . . . , T ), alors X̃0 = ϕ ⊗ X0 et X̃ = ϕ ⊗ X dans l’Expression (4.5) et les
paramètres µ et a sont des vecteurs de coefficients de régression sur la base de
fonctions de dimension Sr et S(I − 1) respectivement.

Dans ce contexte, à (σ,R) connus, le meilleur estimateur linéaire sans biais des
coefficients de régression est donné par la méthode des moindres carrés généralisés.
La statistique de test de Fisher associée au test d’hypothèse H0 : a = 0 s’écrit
alors :

Fgls = nâ′gls([D1/σR
−1D1/σ]⊗ Sxx)âgls, (4.7)

dont la distribution sous l’hypothèse nulle est une loi du χ2 à (I − 1)T degrés de
liberté. Cependant, la statistique de test Fgls n’est pas calculable en pratique car
elle dépend des paramètres inconnus de variance. Pour gérer ce problème, les tests
d’analyse de variance proposés dans Bugli and Lambert (2006); Smith and Kutas
(2015a,b) sont fondés sur des hypothèses classiques d’homoscédasticité Vε = σ2InT
ou sur une structure auto-régressive d’ordre 1 pour la matrice de corrélations R :

Rρ =


1 ρ ρ2 . . . ρT−1

ρ 1 ρ . . . ρT−2

...
...

...
ρT−1 ρT−2 ρT−3 . . . 1

 ,

où ρ est le paramètre d’auto-corrélation d’ordre 1.
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Hypothèse d’homoscédasticité On désigne par Ŷ le vecteur des valeurs de Y
ajustées sur le modèle (4.5) estimé par la méthode des moindres carrés généralisés.
La statistique associée au test de l’hypothèse nulle H0 : a = 0 sous l’hypothèse
d’indépendance et d’homoscédasticité s’écrit :

Fols = n
â′gls(IT ⊗ Sxx)âgls

σ̂2
, (4.8)

où les variances résiduelles sont estimées par :

σ̂2 =
(Y − Ŷ )′(Y − Ŷ )

T (n− (r + I − 1))
. (4.9)

Hypothèse d’hétéroscédasticité On remarque que si l’hypothèse d’ho-
moscédasticité est relâchée, alors Vε = Dσ2 ⊗ In et la statistique de test s’écrit :

Fs = nâ′gls(D1/s2 ⊗ Sxx)âgls, (4.10)

où s2 = (s2
t1 , . . . , s

2
tT

) est déduit de l’expression (4.4). Finalement, on remarque que
Fs est proportionnel à la somme des statistiques de test individuelles Ft :

Fs = (I − 1)

T∑
i=1

Fti (4.11)

Dans ce cas, l’hétéroscédasticité peut être prise en compte simplement en
considérant que la distribution de Fs est la même que celle d’une somme de
T variables de loi de Fisher FI−1,n−(r+I−1) indépendantes. Dans la suite, cette
distribution sous l’hypothèse nulle est notée F̄I−1,n−(r+I−1).

Hypothèse de covariance auto-régressive Sous l’hypothèse d’une structure
de covariance auto-régressive où la matrice de corrélations R = Rρ, on introduit la
matrice Lρ,σ suivante :

Lρ,σ =


− ρ
σt1

1
σt2

0 . . . 0

0 − ρ
σt2

1
σt3

. . . 0

...
...

...
0 0 . . . − ρ

σtT−1

1
σtT

 .

Si ε∗ = (Lρ,σ⊗ In)ε désigne le (n−1)T−vecteur des innovations, alors on en déduit
que Var(ε∗) = (1− ρ2)I(n−1)T . Ainsi, à partir d’une estimation initiale non nulle ρ̂0

de ρ permettant d’estimer la matrice Lρ,σ, une nouvelle estimation de ρ peut être
calculée via la variance de ε∗ :

ρ̂2
1 = 1−

∑n
i=1

∑T
j=2 ε

∗2
itj

(n− (r + I − 1))(T − 1)
.

A partir de cette estimation de ρ, on peut calculer un nouvel estimateur plug-in
de Lρ,σ et déduire de nouveaux résidus décorrélés ε∗. Ceci définit un algorithme
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itératif convergeant vers un estimateur ρ̂ de ρ appelé estimateur Feasible GLS. De
la même manière, une version feasible Fs,ρ̂ de la statistique de tests Fgls est obtenue

par plug-in des estimateurs de σt et Rρ dans l’Expression (4.7) :

Fs,ρ̂ = nâ′gls(D1/sR
−1
ρ̂ D1/s ⊗ Sxx)âgls. (4.12)

La distribution exacte de Fs,ρ̂ sous l’hypothèse nulle ne s’écrit pas de manière ana-
lytique. Les tests F d’analyse de variance sont généralement fondés sur une approxi-
mation asymptotique de la distribution sous l’hypothèse nulle par une loi de Fisher
à (I − 1)T et (n− (r + I − 1))T degrés de liberté.

On considère ici les statistiques test Fs (voir Expression (4.10)). On peut re-
marquer que :

Cor(Fti , Ftj ) ≈n→+∞ ρ2|i−j|.

La distribution sous l’hypothèse nulle de Fs dans le cas d’une structure de covariance
auto-régressive peut être approchée par la distribution d’une somme de variables
autocorrélées de loi marginale FI−1,n−(r+I−1) et de paramètre d’auto-corrélation ρ2.
Dans la suite, cette distribution sous l’hypothèse nulle est notée F̄I−1,n−(r+I−1)(ρ).

2.3 Impact d’une erreur de spécification du modèle

sur la détection d’un signal

Afin de comparer les différentes stratégies de détection d’un signal décrites dans
la section précédente, des jeux de donnés sont simulés, dont les dimensions et la
distribution tentent de reproduire celles des données réelles d’ERP auditives. Les
données observées consistent en 30 courbes ERP observées dans deux conditions
(15 dans chacune) sur l’intervalle de temps [0 ;400ms], mesurées toutes les demi-
millisecondes. On s’intéresse ici au test de la significativité de la différence de courbes
entre les deux conditions. Dans ces simulations, la courbe ERP moyenne dans la
condition 1 est connue et constante, de valeur nulle. Le signal décrit une onde dans
la condition 2, présentée Figure 4.4. Dans la suite, on constatera dans le cadre du
modèle Rare and Weak de Donoho and Jin (2004), que cette situation tombe dans
la région estimable du diagramme de phase d’un signal, en terme de parcimonie et
de force du signal, en situation d’indépendance.

1000 jeux de données sont générés sous H0 et sous H1, chacun constitués de
n = 30 lignes et T = 799 colonnes, d’écart-type s. La structure de corrélation est
auto-régressive d’ordre 1 de paramètre ρ = 0.99. On remarque que l’auto-corrélation
estimée sur les données de oddball est 0.997. Sur chaque jeu de données, les tests
suivants sont réalisés :

1. Calcul de la statistique de test Fols (voir Expression (4.8)) sous l’hypothèse
d’homoscédasticité et d’indépendance, dont la distribution sous l’hypothèse
nulle est FT,(n−2)T ;

2. Calcul de la même statistique de test qu’au point précédent en incluant un
lissage par B-splines des coefficients de régression. Ce test est implémenté
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Figure 4.4 – Différence théorique entre les deux conditions dans l’étude par simu-
lations

dans les fonctions bam et anova.gam du package R mgcv. Les paramètres de
lissage sont fixés par défaut (minimisation d’un critère par validation croisée
généralisée). On remarque que la distribution sous l’hypothèse nulle de la
statistique de test est une loi de Fisher, dont les degrés de libertés prennent
en compte le lissage en les ajustant sur la moyenne de la trace de la matrice
de lissage ;

3. Calcul de la statistique de test Fs,ρ̂ (voir Expression (4.12)) dont la distri-
bution sous l’hypothèse nulle est approchée par FT,(n−2)T ;

4. Calcul de la même statistique de test qu’au point précédent en incluant un lis-
sage par B-splines des coefficients de régression. Ce test est aussi implémenté
dans la fonction bam en spécifiant des arguments permettant d’introduire de
l’auto-corrélation d’ordre 1 ;

5. Calcul de la statistique de test Fs (voir Expression (4.10)) dont la distribu-
tion sous l’hypothèse nulle est F̄I−1,n−(r+I−1)(ρ̂). Le calcul des probabilités
critiques est fondé sur une estimation par Monte-Carlo de la distribution
sous l’hypothèse nulle.

La Figure 4.5 présente la fonction de répartition empirique sous l’hypothèse
nulle des probabilités critiques pour les cinq tests réalisés. Ce graphique confirme
que l’impact principal d’une mauvaise spécification du modèle est sur le contrôle de
l’erreur de type I, qui n’est pas contrôlée par le test Fols. Ce phénomène est d’au-
tant plus visible lorsque les coefficients de régression sont lissés. Ceci est cohérent
avec les observations d’autres auteurs, comme Bugli and Lambert (2006), obser-
vant que les bandes de confiance calculées sous une hypothèse d’indépendance et
d’homoscédasticité sont trop étroites. On remarque aussi que l’approximation de la
distribution sous l’hypothèse nulle pour le test Fs,ρ̂ est erronée et mène à un test très
conservatif, avec et sans lissage des coefficients de régression. Le test global corres-
pondant à une somme de statistiques de tests individuelles, couplé à une correction
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de la distribution sous l’hypothèse nulle, contrôle l’erreur de type I au niveau choisi.
En revanche, cette statistique Fs échoue à détecter le signal, comme le montre la
Figure 4.6, présentant la distribution empirique sous l’hypothèse alternative des
cinq tests réalisés.

Enfin, cette étude par simulations montre que si la distribution sous l’hypothèse
nulle des statistiques de test en cas de dépendance est accessible, une stratégie
de détection d’un signal fondée sur les statistiques individuelles Ft peut permettre
d’atteindre un contrôle correct de l’erreur de type I. La méthode du Higher Cri-
ticism Thresholding présentée ci-après utilise le vecteur de ces statistiques de test
individuelles. De plus, la structure de dépendance des données ERP est supposée
décrite par un processus auto-régressif d’ordre 1. Cette hypothèse est peu réaliste
(voir la Figure 4.3 présentant une image de la matrice de corrélation calculée sur
les données de oddball).

Dans la suite, par cohérence avec le contexte introduit par Donoho and Jin
(2004) pour introduire HCT, on s’intéresse au cas I = 2. Ainsi, on considère plutôt
les statistique de test T, T = (Tt1 , . . . , TtT )′ déduites en calculant la racine carrée
signée des tests F = (Ft1 , . . . ,FtT )′.

3 Higher Criticism Thresholding pour la

détection d’un signal

3.1 Différentes versions de la méthode Higher Cri-

ticism

Le Higher Criticism (HC) est une méthode pour la détection de signaux. Cette
procédure fournit une unique probabilité critique associée au test de significativité
d’un signal, calculée à partir des tests individuels de chaque coordonnée de ce signal.
Le Higher Criticism a été initialement proposé par Tukey (1976) dans ses notes de
cours à l’université de Princeton et a été réintroduit par Donoho and Jin (2004).
Cette méthode est connue pour être optimale sous les hypothèses du modèle Rare
and Weak (RW), défini par Donoho and Jin (2004) comme un modèle de mélange
gaussien parcimonieux pour les statistiques de test. Dans ce chapitre, on préférera
les notations du modèle RW de Hall and Jin (2010), équivalentes à celles de Donoho
and Jin (2004) :

T = µ+ ε, ε ∼ N (0, R) (4.13)

où R est la matrice identité et µ est un vecteur parcimonieux dont la proportion de
coordonnées non nulles est εT tel que 0 ≤ εT ≤ 1. Ces coordonnées sont d’amplitude
AT ≥ 0. On remarque que la normalité est supposée dans la plupart des études sur
les ERP, où les tests d’association entre les ERP et la variable réponse sont des tests
de Student (voir Causeur et al. (2012); Guthrie and Buchwald (1991)). Le modèle
RW suppose une situation difficile dans laquelle le signal est rare :

εT = T−β, avec β ∈ (
1

2
, 1),
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bilités critiques associées aux statistiques de test de Fisher sous l’hypothèse d’une
structure de corrélation auto-régressive
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Figure 4.6 – Fonction de répartition empirique sous l’alternative des probabilités
critiques associées aux statistiques de test de Fisher sous l’hypothèse d’une structure
de corrélation auto-régressive
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et faible :

AT =
√

2r log(T ), 0 < r < 1.

En situation d’indépendance, si les paramètres de parcimonie et de force du si-
gnal (β, r) sont connus, des limites explicites sur ces paramètres séparent l’espace
(β, r) en une région indétectable, détectable (voir Ingster (1999)) et estimable (voir
Donoho and Jin (2004)). Ces limites sont résumées dans un diagramme de phase
(voir Figure 4.7) : si r > ρ∗D(β) alors le signal est détectable, ce qui signifie que la
somme des erreurs de type I et type II pour le test du rapport de vraisemblance
de Neymann-Pearson tend vers 0 quand le nombre de tests tend vers l’infini. Si
r > ρ∗E(β) alors le signal n’est pas seulement détectable mais le support des co-
ordonnées non nulles est identifiable. Si (β, r) sortent de ces limites, le signal est
indétectable et, pour tout test, la somme des erreurs de type I et type II tend vers
1 lorsque le nombre de tests tend vers l’infini. Les limites de détectabilité ρ∗D(β) et
d’estimabilité ρ∗E(β) ont la forme suivante :

ρ∗D(β) =

{
β − 1

2 si 1
2 < β ≤ 3

4

(1−
√

1− β)2 si 3
4 < β < 1

,

ρ∗E(β) = β.

Dans l’exemple introduit dans l’étude par simulations de la section précédente,
la courbe de différence entre les deux conditions a la forme d’une onde. Ainsi,
comme le montre la Figure 4.8, la courbe des coefficients r correspondante n’est
pas constante sur l’intervalle où le signal est non nul, ce qui est supposé par le
modèle RW. Cependant, on remarque que 3% (β = 0.52) du signal possède un coef-
ficient r supérieur à 0.7. Le modèle RW correspondant à ces valeurs de paramètres
(β = 0.52, r = 0.7) appartient à la région estimable du diagramme de phase de la
Figure 4.7.

La détection d’un signal par la méthode HC repose sur le principe que la présence
d’un signal génère une différence entre la fonction de répartition empirique des p-
valeurs et la fonction de répartition théorique uniforme U [0; 1] sous l’hypothèse
nulle. En effet, pour les coordonnées d’amplitude non nulle, on s’attend à ce que
la statistique d’ordre des p-valeurs associée p(t) soit telle que p(t) � t/T . Cette
différence est mesurée par une fonction Higher Criticism notée HC(p(t), t). Les
variantes de cette méthode sont fondées sur différentes définitions de la fonction
objectif HC : Donoho and Jin (2008) et Klaus and Strimmer (2013) standardisent
la différence t/T − p(t) par l’écart-type des p-valeurs ordonnées sous l’hypothèse
nulle, Var(p(t)) = t

T (1− t
T ) et définissent la fonction objectif HC par :

HC(p(t), t) =
√
T

t/T − p(t)√
t/T (1− t/T )

.

D’autre part, Donoho and Jin (2004) et Hall and Jin (2010) suggèrent de standar-
diser la différence t/T − p(t) par p(t)(1− p(t)) et définissent la fonction objectif HC
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Figure 4.8 – Courbe des coefficients r dans l’étude par simulations de la Section 2.3.
3% (β = 0.52) du signal possède une amplitude supérieure à 0.7.

par :

HC(p(t), t) =
√
T

t/T − p(t)√
p(t)(1− p(t))

.

Par des arguments issus de la théorie des processus empiriques, Donoho and Jin
(2004) montrent que :

HC∗√
2 log log T

→ 1, en probabilité,

où HC∗ est le maximum de HC(p(t), t). On peut en déduire que l’erreur de type I
d’une règle de détection d’un signal de la forme HC∗ ≥ (1 + a)

√
2 log log T , pour

a > 0, tend vers 0 quand T tend vers l’infini. De plus, Donoho and Jin (2004)
montrent que les tests de cette forme sont optimaux dans le sens où, pour toute
situation RW (β, r) dans la région détectable, l’erreur de type II de ces tests basés sur
HC∗ tend aussi vers 0 quand T tend vers l’infini. Cette propriété est connue comme
l’adaptativité optimale du Higher Criticism. Afin d’obtenir une stratégie de test
contrôlant l’erreur de type I, Cai et al. (2011) suggèrent d’estimer par Monte-Carlo
la valeur de a à partir de la distribution sous l’hypothèse nulle de HC∗. On applique
cette méthode au dispositif de simulations présenté dans la section précédente. Les
Figures 4.9 et 4.10 présentent la fonction de répartition empirique sous l’hypothèse
nulle (resp. sous l’alternative) des p-valeurs associées aux statistiques HC et Fs, qui
prend en compte la dépendance. Les graphiques montrent que les deux méthodes
atteignent des performances similaires.

En pratique, la fonction HC est souvent maximisée sur un sous-ensembles I de
variables dont les p-valeurs sont faibles :

HC∗ = max
t∈I

HC(p(t), t).
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Figure 4.9 – Fonction de répartition empirique sous l’hypothèse nulle des proba-
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Ainsi, les variantes de la méthode HC diffèrent aussi sur la définition du sous-
ensemble I : pour Donoho and Jin (2004) et Donoho and Jin (2008), I = {t, 1/T ≤
t/T ≤ α0} où α0 ∈ [0, 1] est une proportion fixée des plus petites p-valeurs. En
revanche, Hall and Jin (2010) proposent de ne pas prendre en compte les p-valeurs
extrêmement faibles en posant I = {t, 1/T ≤ p(t) ≤ α0}. Enfin, Klaus and Strimmer
(2013) proposent une maximization globale sur I = {1, . . . , T}. Dans les présentes
simulations sur la statistique HC, on pose α0 = 0.1 comme recommandé par Donoho
and Jin (2004).

Dans la suite de ce chapitre, le terme “HCT standard” fait référence au critère
suivant :

HC∗ = max
1/T≤t/T≤α0

√
T

t/T − p(t)√
t/T (1− t/T )

, (4.14)

qui semble être le plus utilisé dans la littérature.

Dans un contexte de sélection de variables pour la classification supervisée, Do-
noho and Jin (2008) soulignent le lien entre la maximisation de la fonction HC et la
minimisation de l’erreur de classement d’une règle de classification construite à par-
tir des variables sélectionnées de la façon suivante : si le maximum HC∗ de la fonc-
tion HC est atteint à l’indice t∗, alors le sous-ensemble des variables sélectionnées
est l’ensemble {t, pt ≤ p(t∗)}. Donoho and Jin (2008) illustrent que le Higher Cri-
ticism Thresholding (HCT) ainsi défini surpasse les méthodes de seuillage fondées
sur le contrôle du taux de faux positifs (FDR). Cependant, Klaus and Strimmer
(2013) montrent l’équivalence entre la méthode HCT et la définition d’un seuil sur
le FDR local associé à chaque probabilité critique.

3.2 HCT en situation de dépendance

La propriété d’optimalité du HCT est connue pour être robuste dans les cas
de faible dépendance. Cependant, certains auteurs suggèrent que cette procédure
peut être améliorée en prenant en compte la dépendance de manière explicite. Les
variantes de HCT prenant en compte la dépendance sont principalement fondées
sur une étape de décorrélation des statistiques de test. Initialement proposés par
Zuber and Strimmer (2009) dans un contexte de comparaisons multiples mais aussi
appliqués à la sélection de variables en classification supervisée dans Ahdesmäki
and Strimmer (2010), les Correlation-Adjusted T-scores sont tels que :

τadj = R−1/2τ,

où τ est le vecteur des statistiques de test standard. La matrice de corrélation R
est estimée par un estimateur de type James-Stein Rγ = γIm + (1 − γ)R, proposé
par Schäfer and Strimmer (2005) dont le paramètre γ est estimé analytiquement.
La racine de l’inverse de la matrice Rγ est numériquement calculable en grande
dimension en observant que la matrice Z = 1

γRγ se décompose en Z = Im +UMU ′

où M est une matrice symétrique définie positive et U est une base orthonormale.
Ainsi,

Zα = Im − U(Ir − (Ir +M)α)U ′ (4.15)



114 CHAPITRE 4. HIGHER CRITICISM THRESHOLDING DÉCORRÉLÉ

où r est le rang de la matrice de corrélation empirique. Cet estimateur est efficace en
pratique, en particulier pour des applications en génomique, mais semble échouer à
capter la structure de dépendance de données ERP. En effet, le graphique en bas de
la Figure 4.11 présente une image de la matrice de corrélation résiduelle initialement
observée sur les données ERP et présentée Figure 4.3 et estimée par la méthode
shrinkage. On remarque que les blocs de corrélation sont sous-estimés.

De même, Hall and Jin (2010) proposent la méthode innovated HCT (iHCT)
fondée sur la décorrélation des composantes du vecteur T . Pour cela, les auteurs
introduisent une matrice Um telle que UmRU

′
m = Im et appliquent la méthode

HCT standard à ces statistiques de test décorrélées, à la façon de Zuber and Strim-
mer (2009). Hall and Jin (2010) recommandent l’usage de la factorization de Cho-
lesky inverse de la matrice R, instable en grande dimension. Dans un contexte de
dépendance auto-régressive, le support du signal est légèrement décalé par cette
transformation linéaire et les auteurs proposent de rétablir le support par lissage
de la matrice Um.

4 Factor innovated Higher Criticism Thre-

sholding

La méthode proposée est conceptuellement similaire aux méthodes iHCT et
CAT-scores mais la prise en compte de la dépendance est fondée sur une hypothèse
de décomposition en facteurs de la structure de dépendance.

4.1 Décorrélation par des facteurs latents

Présenté en détails dans le Chapitre 1, on rappelle que le modèle à facteurs
suppose l’indépendance conditionnelle des variables sachant un vecteur de facteurs
latents. En effet, conditionnellement aux facteurs, l’Expression (4.1) s’écrit :

Yijt = x′0ijµt + ait + b′tzij + eijt, (4.16)

où zij = (zij1, . . . , zijq) est un vecteur gaussien de moyenne 0q et de variance Iq et les
termes d’erreur eij = (eij,t1 , . . . , eij,tT )′ sont indépendants tels que eij ∼ NT (0T ,ΨΣ)
avec ΨΣ une matrice diagonale de variances spécifiques. q est le nombre de facteurs,
q � T . Les algorithmes proposés dans de nombreux articles (voir Friguet et al.
(2009); Causeur et al. (2012); Sun et al. (2012); Storey et al. (2007); Perthame
et al. (2015) et les Chapitres 2 et 3 de ce manuscrit) sont conçus pour l’estimation
des facteurs latents afin d’ajuster les données sur leur effet. Dans ce chapitre, on
s’intéresse plus particulièrement à une autre implication induite par une structure
en facteurs de faible rang pour la matrice de covariance Σ. En effet, le modèle à
facteurs suppose de manière équivalente que la matrice de covariance admet une
décomposition de la forme :

Σ = ΨΣ +BΣB
′
Σ,



4. FACTOR INNOVATED HIGHER CRITICISM THRESHOLDING 115

Figure 4.11 – Estimation de la matrice de corrélation par l’algorithme AFA (Sheu
et al. (2015)) sous l’hypothèse d’un modèle à 6 facteurs (haut) et par la méthode
shrinkage proposée par Schäfer and Strimmer (2005) (bas)
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où BΣ est une matrice T×q de loadings décrivant la dépendance commune partagée
par les covariables et ΨΣ = diag(ΨΣ,1, . . . ,ΨΣ,T ) est la matrice diagonale des va-
riances spécifiques. La matrice de corrélation résiduelle R admet une décomposition
similaire :

R = Ψ +BB′,

où ΨΣ = Dσ2Ψ, Ψ = diag(Ψ1, . . . ,ΨT) et BΣ = DσB.

Les paramètres (Ψ, B) sont estimés par l’algorithme AFA proposé dans le Cha-
pitre 2. On rappelle que cet algorithme fournit une estimation adaptative de la
structure de dépendance d’un modèle à facteurs en se fondant sur une estimation
jointe du signal et de la matrice de covariance. De plus, cette méthode est construite
pour tirer avantage de la connaissance a priori d’intervalles de temps durant les-
quels le signal est nul, afin de débruiter le signal estimé par la méthode des moindres
carrés. Le nombre de facteurs q est estimé par minimisation du critère d’inflation
de la variance proposé par Friguet et al. (2009).

Le graphique en faut de la Figure 4.11 montre que la modélisation par une struc-
ture en facteurs est suffisamment flexible pour reproduire la structure de dépendance
observée sur les données de oddball. Cette figure montre une image de l’estimation
de la matrice de corrélation par un modèle à 6 facteurs.

4.2 Limites de détection

Le calcul de bornes de détection exactes pour une structure de dépendance
quelconque est impossible car la dépendance temporelle peut être non homogène et
générer des conditions de détectabilité et d’estimabilité du signal différentes d’une
variable à l’autre. A ce propos, Hall and Jin (2010) ne donnent pas d’expression
directe d’un diagramme de phase en cas de dépendance mais ils explicitent des
bornes inférieures et supérieures pour les limites de détection sous certains scenario
de dépendance. On propose dans cette section d’étendre le diagramme de phase
présenté dans la Section 3 au cas où la dépendance possède une structure en facteurs.

Si les statistiques de test sont des transformations linéaires des covariables, ce
qui est généralement le cas pour un test de Student par exemple, la structure de
corrélation des statistiques de test est directement héritée de celle des corrélations
résiduelles des covariables. Si Z désigne la même transformation linéaire appliquée
à la matrice Z (n× q) donc les lignes sont les composantes des facteurs latents zi,j ,
alors le modèle (4.13) devient :

T = µ+BZ ′ + E , E ∼ N (0,Ψ).

Et de manière équivalente :

Ψ−1/2(T −BZ ′) = Ψ−1/2µ+ E∗ , E∗ ∼ N (0, IT ). (4.17)

L’Equation (4.17) offre un cadre RW similaire à celui du modèle (4.13), dans lequel
les statistiques de test décorrélées Ψ−1/2(T −BZ ′) sont indépendantes de variance
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1, conditionnellement aux facteurs Z. Des bornes inférieure et supérieure pour la
limite de détection d’un signal d’amplitude Ψ−1/2µ et une proportion εT de coor-
données non nulles sont déduites. La répartition des variances spécifiques Ψt varie
entre les variables. Ainsi, l’amplitude du signal transformé Ψ−1/2µ prend des va-
leurs entre γ0 = AT /

√
Ψmax =

√
2r log(T ) et γ0 = AT /

√
Ψmin =

√
2r log(T ) , où

Ψmin = mint(Ψt), Ψmax = maxt(Ψt), r = r/Ψmin et r = r/Ψmax. Les conditions
de détectabilité sur (r, β) établies sous l’indépendance peuvent être appliquées à
deux valeurs différentes r et r du paramètre de force du signal r, ce qui permet de
déduire des bornes inférieure et supérieure de détectabilité. Si r vérifie la condition
suivante :

r > Ψmaxρ
∗
D(β), (4.18)

alors tout le signal est détectable. De plus, si r ne vérifie pas la condition suivante :

r > Ψminρ
∗
D(β), (4.19)

alors le signal ne peut pas être détecté. Entre ces deux bornes, la détection du
signal est incertaine et dépend de la correspondance entre le profil des variances
spécifiques et le support du signal.

Le même raisonnement sur l’estimabilité donne des résultats de forme similaire
pour les limites d’estimabilité. Enfin, on propose de définir un modèle Factor Rare
and Weak dans lequel la parcimonie du signal est caractérisée par :

εT = T−β avec β ∈ (1/2, 1),

et la force du signal par :

AT =
√

2rlog(T ) avec 0 < r < Ψmax.

Sous l’indépendance, la force du signal est fixée à
√

2rlog(T ) avec 0 < r < 1 afin de
rendre le problème de détection difficile. En effet,

√
2log(T ) est l’espérance du maxi-

mum de T variables aléatoires normales centrées réduites indépendantes. On note
que les signaux d’amplitude

√
2rlog(T ) avec Ψmax < r ≤ 1 sont considérés comme

faibles sous l’indépendance mais pas en situation de dépendance. Cette observation
est cohérente avec celle faite par Hall and Jin (2010). Les auteurs expliquent que
les designs corrélés sont en fait des situations de détection d’un signal favorables
pour les méthodes prenant en compte la dépendance. Ceci est aussi illustré par la
Figure 4.12, présentant les diagrammes de phase de détectabilité et d’estimabilité
calculés sur les variances spécifiques estimées sur les données de oddball. En effet,
ces graphiques confirment que les régions de détection et d’estimabilité sont plus
larges en cas de dépendance.

Les bornes des Expressions (4.18) et (4.19) sont cohérentes avec celles établies
par Hall and Jin (2010). En effet, les Théorèmes 3.1 et 4.2 de cet article donnent
les mêmes expressions pour les limites de détection, où γ

0
et γ0 sont tels que :

γ0 = lim inf
T→+∞

max√
T≤k≤T−

√
T
R−1
kk ,

γ0 = lim sup
T→+∞

max√
T≤k≤T−

√
T
R−1
kk ,
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Figure 4.12 – Limites de détection (haut) et d’identification (bas) pour les données
de oddball. Les lignes grises représentent les limites sous l’indépendance et les lignes
noires représentent les bornes supérieure et inférieure de détectabilité (haut) et
d’estimabilité (bas) pour un signal en situation de dépendance.
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où (R11, . . . , Rkk, . . . , RTT ) désigne la diagonale de la matrice R. Sous un modèle à
facteurs, on obtient les bornes suivantes :

γ0 =
1

max(Ψ)
≤ diag(R−1) ≤ 1

min(Ψ)
= γ0,

ce qui donne les Expressions (4.18) et (4.19).

4.3 Factor innovated HCT

De manière similaire à Zuber and Strimmer (2009) et Hall and Jin (2010), on
propose un HCT décorrélé (F-iHCT) en appliquant la procédure HCT standard aux
statistiques de test décorrélées. Sous l’hypothèse d’un modèle à facteurs RW (défini
ci-dessus), on définit la racine L de la matrice de corrélation R telle que R = LL′ :

L = (Im − U [(Iq + [Iq +D2]1/2)−1 + Iq]−1U ′)Ψ−1/2,

où U et D sont déduits de la décomposition en valeurs singulières des loadings
standardisés Ψ−1/2B = UDV . On remarque que cette formule ne fait appel qu’à
l’inversion et au calcul de racine de matrices diagonales. On définit finalement les
statistiques de test décorrélées :

T ∗ = L′T

et les probabilités critiques associées p∗t . La procédure HCT est ensuite appliquée à
la collection des p-valeurs p∗ = (p∗1, . . . , p

∗
T ).

5 Etude par simulations et analyse de

données réelles

Les performances de la méthode proposée sont maintenant comparées à celles
du HCT standard et à d’autres méthodes de décorrélation par les innovations ou
par ajustement sur l’effet de facteurs latents. La comparaison est faite au travers
d’une étude par simulations et d’une application aux données issues de l’expérience
de oddball.

5.1 Etude par simulations

Plan de simulations Les performances de F-iHCT sont étudiées sur des simu-
lations. 1000 jeux de données de dimensions 30 × 799 sont générés selon une loi
normale multivariée. La structure de corrélation et les variances sont estimées sur
les données d’ERP auditives présentées dans la Section 2 (voir Figure 4.3 et Fi-
gure 4.2). Ce plan de simulation imite les dimensions et la structure de covariance
des données observées durant l’expérience de oddball, excepté que le vrai signal est
connu. Chaque jeu de données est divisé en deux groupes équilibrés. La loi normale
est d’espérance nulle pour les 15 premiers sujets (groupe 1). L’espérance pour les
15 derniers sujets (groupe 2) est représentée Figure 4.13. La courbe de différence
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Figure 4.13 – Etude par simulations - Amplitude du signal au cours du temps

de moyennes entre les deux groupes a donc la forme d’une onde dont l’amplitude
varie et les indices des variables sous l’alternative appartiennent à [150ms, 200ms].
1 000 jeux de données d’apprentissage sont générés pour chaque force de signal
décrites ci-après. Respectivement, huit jeux de données test de dimension 1000×799
équilibrés en 2 groupes sont générés selon le même plan de simulation dans un but
de prédiction de la classe (groupe 1 ou 2). Les paramètres du modèle RW pour
ce plan de simulation sont tels que εT = 12% et l’amplitude maximum des 8 si-
gnaux générés s’écrit AT =

√
2r log(T ) avec r prenant 8 valeurs uniformément

réparties dans [0.004, 0.688]. Selon le contexte du modèle RW, cette combinaison de
r et β caractérise un signal peu parcimonieux, de force faible (limite théorique de
détectabilité d’une partie du signal) à forte (limite de détectabilité de la totalité du
signal).

Méthodes On compare, dans cette étude par simulations, quatre méthodes
décrites dans ce paragraphe. A la manière de Donoho and Jin (2008) et Donoho and
Jin (2009), l’étape de sélection de variables par différentes versions de la méthode
HCT est suivie d’une étape de classification supervisée par Analyse Diagonale
Discriminante (DDA) réalisée sur le sous-ensemble des variables sélectionnées. On
compare les méthodes suivantes :

1. Sélection de variables par HCT standard sur les probabilités critiques brutes,
classification par la règle de classification näıve de Bayes (voir Bickel and
Levina (2004)) et désigné par standard HCT ;

2. Sélection de variables par HCT appliqué aux CAT-scores (Zuber and Strim-
mer (2009); Ahdesmäki and Strimmer (2010)), classification par Shrinkage
Discriminant Analysis (SDA, voir Ahdesmäki and Strimmer (2010)) diago-
nale et désigné par CAT-scores ;
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3. Sélection de variables par Factor-innovated HCT, classification par règle de
classification de Bayes conditionnelle (proposée dans le Chapitre 3) et désigné
par F-iHCT ;

4. Sélection de variables par HCT standard appliqué aux probabilités critiques
ajustées sur l’effet des facteurs latents retournées par la procédure AFA
(proposée dans le Chapitre 2), classification par règle de classification de
Bayes conditionnelle et désigné par AFA.

Les performances des procédures sont comparées en terme de proportion de
signal découvert (précision), proportion de faux positifs (FDR), nombre de variables
sélectionnées et erreur de prédiction. Pour chaque jeu de données, les étapes de
sélection de variables et l’estimation de la règle de classification sont réalisées sur
les données d’apprentissage (en incluant l’optimisation des méta-paramètres) et
l’erreur de classification est calculée sur les données test.

Résultats Lorsque le paramètre α0 est correctement spécifié par rapport à la
proportion d’hypothèse nulle (α0 = 0.1), on note sur la Figure 4.14 que la sélection
de variables par CAT-scores semble être la méthode la plus efficace pour identi-
fier un signal faible. En effet, cette méthode atteint à la fois le FDR le plus faible
et une précision la plus élevée pour les signaux de faible amplitude. Même si la
méthodes des CAT-scores n’atteint pas les meilleures performances pour les si-
gnaux forts, le FDR, la précision et le nombre de variables sélectionnées restent
très stables. La méthode HCT standard semble robuste à la dépendance car elle
atteint de bonnes performances en terme de FDR mais sa précision est faible par
rapport aux méthodes basées sur de la décorrélation. De plus, le nombre de va-
riables sélectionnées est faible ce qui suggère que la méthode HCT est conservative
en situation de dépendance. Enfin, la classification par le classifieur näıf de Bayes
atteint les taux d’erreur de prédiction les plus élevés pour les signaux faibles à
modérés. Les procédures de sélection et de classification fondées sur un modèle à
facteurs (AFA et F-iHCT) fournissent les meilleurs résultats à la fois en terme de
faux positifs, recouvrement du signal et erreur de classement. Le FDR est faible
pour les signaux modérés à forts et une puissance de détection correcte est atteinte.

On remarque sur la Figure 4.15 que toutes les méthodes sont affectées par une
mauvaise spécification de la valeur du paramètre α0 (α0 = 0.5). La méthode des
CAT-scores sélectionne trop de variables et atteint donc une bonne précision au
prix d’un FDR élevé. Les méthodes F-iHCT et AFA sont performantes en terme
de classification malgré le nombre de faux positifs. L’erreur de classement et la
précision de la méthode HCT standard sont aussi altérés par la valeur de α0.

5.2 Application aux potentiels évoqués

Les 4 méthodes comparées dans l’étude par simulations sont appliquées aux
données de oddball présentées dans la Section 2. On rappelle que l’objectif de cette
expérience est de prédire la classe d’un nouvel individu à partir de ses courbes ERP.
Pour chaque méthode, le nombre de variables sélectionnées et l’erreur de prédiction
sont calculés. Le nombre d’observations étant faible (30 observations), l’erreur de
classement est estimée par validation-croisée (CV) par la technique leave-one-out.
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Figure 4.14 – Résultats de l’étude par simulations en fonction de la force du signal
et pour α0 = 0.1 : taux de faux positifs (haut/gauche), précision (haut/droit),
nombre d’instants sélectionnés (bas/gauche), erreur de prédiction (bas/droit)
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Figure 4.15 – Résultats de l’étude par simulations en fonction de la force du signal
et pour α0 = 0.5 : taux de faux positifs (haut/gauche), précision (haut/droit),
nombre d’instants sélectionnés (bas/gauche), erreur de prédiction (bas/droit)
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Table 4.1 – Etude de données réelles - Nombre d’instants sélectionnés pour
l’expérience d’ERP auditive

α0 0.05 0.10 0.15 0.20 0.25 0.30 0.35 0.40 0.45 0.50

Nb. de variables 40 80 120 160 200 240 280 320 360 400

La Table 4.1 présente le nombre de variables sélectionnées par les 4 méthodes
comparées, pour différentes valeurs du paramètre α0. Quelle que soit la valeur de
α0, les 4 méthodes sélectionnent le même nombre de variables. La différence entre
les procédures réside dans les indices des temps sélectionnés : on remarque sur la
Figure 4.17 que les méthodes n’identifient pas les mêmes intervalles de temps.

La Figure 4.16 présente les taux d’erreur de prédiction calculés par validation
croisée, pour différentes valeurs de α0. Pour les valeurs de α0 supérieures à 0.15,
la méthode HCT standard est stable et plutôt performante. En ce qui concerne
les modèles plus parcimonieux, la procédure HCT standard atteint des taux d’er-
reur plus élevés et est amélioré par les méthodes de décorrélation fondées sur une
hypothèse de structure en facteurs de la dépendance (AFA et F-iHCT). Les per-
formances de la méthode CAT-scores varient peu en fonction de α0. Les courbes
des procédures F-iHCT et AFA sont irrégulières pour les valeurs de α0 inférieures à
0.125 mais se stabilisent lorsque α0 augmente. Pour les valeurs de α0 supérieures à
0.275, les procédures AFA et F-iHCT classent parfaitement les données et semblent
donc être les plus efficaces. Néanmoins, on peut remarquer que pour un taux d’er-
reur égal, les deux méthodes ne sélectionnent pas les mêmes intervalles de temps,
comme le montre le graphique en bas de la Figure 4.17.

La Figure 4.17 présente la courbe de différence de moyennes entre les deux
groupes et les instants sélectionnés par les 4 méthodes comparées pour α0 = 0.125
(haut) et α0 = 0.275 (bas). Le choix de ces valeurs de α0 repose sur le fait qu’elles
fournissent des modèles de niveau de parcimonie différent pour des erreurs de clas-
sement comparables. Comme attendu, les temps après 300ms sont sélectionnés par
toutes les méthodes, ce qui est cohérent avec la littérature. De plus, des instants
autour de 100ms apparaissent aussi significatifs.

Enfin, cette application aux données réelles de potentiels évoqués souligne l’im-
portance du choix de α0 dans la procédure HCT. En effet, on remarque que ce
paramètre a un impact important sur la parcimonie et les erreurs de classification
des modèles, pour toutes les méthodes comparées. La procédure AFA, fondée sur
la décorrélation par ajustement des covariables sur l’effet de facteurs latents semble
être la méthode la mieux adaptée à cet exemple, même si la méthode F-iHCT atteint
aussi d’intéressants taux de classification.

6 Discussion et conclusion

Ce chapitre aborde le problème de la détection et de l’identification d’un signal
dans le cadre de données de potentiels évoqués (ERP). Ce travail est motivé par



6. DISCUSSION ET CONCLUSION 125

0.1 0.2 0.3 0.4 0.5

0.
0

0.
1

0.
2

0.
3

0.
4

α0

C
V

 p
re

di
ct

io
n 

er
ro

r

Standard HCT
CAT−scores
F−iHCT
AFA

Figure 4.16 – Etude de données réelles - Erreur de prédiction calculée par vali-
dation croisée pour les méthodes HCT standard, HCT appliqué aux CAT-scores,
factor innovated HCT et HCT appliqué aux probabilités critiques renvoyées par la
procédure AFA pour l’expérience d’ERP et pour différentes valeurs de α0
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Figure 4.17 – Etude de données réelles - Estimation du signal (ligne grise) et
instants déclarés significatifs (points bleus) par HCT standard, HCT appliqué aux
CAT-scores, factor innovated HCT et HCT appliqué aux probabilités critiques ren-
voyées par la procédure AFA pour α0 = 0.125 (haut) et α0 = 0.275 (bas)
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une étude sur des courbes ERP mesurées dans le cadre d’une expérience de odd-
ball durant laquelle deux classes de stimuli sont présentées au sujet, l’une survenant
fréquemment (standard) et l’autre survenant rarement (cible). Le but est d’identifier
des intervalles de temps sur les courbes ERP susceptibles d’être des marqueurs de
la différence entre l’occurrence rare et l’occurence fréquente et de proposer une règle
de prédiction de la fréquence entendue. Lorsque les statistiques de sélection sont
indépendantes, la méthode du Higher Criticism est connue pour être une procédure
optimale de détection d’un signal, sous les hypothèses d’un modèle Rare-and-Weak
(RW), initialement introduit par Donoho and Jin (2004). De plus, la procédure
Higher Criticism Thresholding (HCT) est performante pour estimer le support du
signal. Le modèle RW est théoriquement adapté à un problème de détection d’un
signal ERP. Cependant, les statistiques de sélection déduites d’un problème d’iden-
tification d’un signal ERP sont caractérisées par une structure de dépendance forte
et complexe.

Lors de l’analyse de données ERP, la détection d’un signal est habituellement
traitée par un test global de Fisher de la nullité du signal sur toute la durée de
l’expérience. Sous les hypothèses d’indépendance et d’hétéroscédasticité, on montre
que la statistique de Fisher calculée par la méthode des moindres carrés généralisés
(GLS) s’exprime comme une somme de tests de Fisher individuels pour chaque
variable. Ceci permet d’obtenir une expression explicite de la distribution de la
statistique sous l’hypothèse nulle. De même, si la dépendance est structurée par de
l’auto-corrélation d’ordre 1, on montre que la test de Fisher fondé sur les GLS peut
aussi être implémenté, à condition que la distribution sous l’hypothèse nulle de la
statistique de test prenne en compte l’auto-corrélation entre les statistiques de test
individuelles. Dans une étude par simulations, où la dépendance entre les variables
est structurée par une auto-corrélation élevée, on illustre que ce test contrôle l’erreur
de type I, ce qui n’est pas le cas pour les autres statistiques de Fisher telles que
celles obtenues par des approches de type analyse de la variance fonctionnelle. De
plus, la méthode de détection par Higher Criticism semble robuste à cette forte
auto-corrélation.

La variante de la procédure HCT proposée dans ce chapitre tire parti de l’hy-
pothèse d’un modèle à facteurs pour les covariables pour décorréler les statistiques
de test. En effet, ce cadre théorique fournit des outils algébriques permettant de
calculer une racine de l’inverse de la matrice de corrélation, impliquée dans le calcul
des innovations. De plus, à la manière de Ingster (1997) et Donoho and Jin (2004),
un diagramme de phase sous une structure de dépendance générale est déduit et la
procédure Factor innovated HCT, un HCT décorrélé fondé sur les innovations, est
proposée.

Les performances de cette méthode sont évaluées par une étude sur simulations
plus intensive, dans laquelle la structure de dépendance reproduit les corrélations
observées sur les données de oddball. Cette étude montre que les méthodes fondées
sur une décorrélation de la procédure HCT sous l’hypothèse d’un modèle à facteurs
pour les covariables atteignent de bonnes performances en terme de sélection et de
classification. En effet, les procédures F-iHCT et AFA, fondée sur un ajustement des
données sur l’effet de facteurs latents, obtiennent des résultats similaires. Enfin, les
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méthodes comparées (standard HCT, CAT-scores, F-iHCT et AFA) sont appliquées
aux données de oddball et sélectionnent des instants autour de 300ms, comme at-
tendu par les psychologues. Les erreurs de classement par validation croisée les
plus faibles sont atteintes par les deux méthodes fondées sur une hypothèse de
décomposition en facteurs de la dépendance. L’application sur des simulations et
sur des données réelles révèlent la sensibilité de la procédure HCT au choix de la
valeur du paramètre α0, déterminant la parcimonie du modèle.

Il serait intéressant d’exploiter ces premiers résultats dans le cadre de l’identi-
fication de signal pour établir une stratégie de détection d’un signal optimale pour
les données ERP. En effet, si la distribution sous l’hypothèse nulle des statistiques
de test F-iHC peut être estimée, ce nouveau test pourrait être comparé à la classe
des tests de Fisher.



CHAPITRE 5

CONCLUSION

L’objectif de ce travail de thèse est de contribuer à l’amélioration des méthodes
d’analyse de données à haut débit, en particulier celles dédiées à la sélection de
variables pour la régression et la classification supervisée, par une meilleure prise
en compte de la dépendance entre les statistiques de sélection. Pour l’essentiel, les
approches développées dans cette thèse ont été motivées par le souci d’apporter
des réponses à des problématiques de détection et d’identification d’un signal dans
des données d’activité cérébrale mesurée par électroencéphalogramme (EEG), en
réaction à un stimulus cognitif ; on parle de potentiels évoqués cognitifs ou Event-
Related Potentials (ERP). Pour tenir compte de la grande dimension des données
et de l’objectif de maitriser la complexité calculatoire des algorithmes d’estimation,
les méthodes proposées s’appuient le plus souvent sur l’hypothèse d’un modèle à
facteurs de la covariance, ce qui offre une bonne flexibilité pour s’adapter à la di-
versité des structures de dépendance rencontrées et permet une réduction de la
dimensionnalité des problèmes. A travers les différentes situations abordées, ce tra-
vail tend à montrer qu’ignorer la dépendance peut conduire à des analyses erronées
et qu’au contraire, sa prise en compte est un atout pour mieux détecter ou identifier
un signal.

Le Chapitre 1 présente le contexte de la thèse et une revue de méthodes intégrant
la question de la dépendance dans la sélection de variables. La grande diversité des
structures de dépendance de données à haut débit est illustrée par des exemples is-
sus d’applications en neuroscience et en génomique. Essentiellement, les approches
intégrant la dépendance entre les statistiques de sélection visent à une décorrélation
de ces statistiques afin de rétablir les propriétés de méthodes conçues, et le plus sou-
vent évaluées de manière analytique, sous une hypothèse d’indépendance. Le Cha-
pitre 1 décrit différentes méthodes, fondées sur deux techniques de décorrélation :
par la transformation linéaire des données pour estimer des innovations ou par
l’ajustement de l’effet de variables latentes expliquant la dépendance. Enfin, un lien
est établi entre les bonnes performances de ces méthodes, même en situation de
dépendance forte, et de nombreux résultats plus théoriques faisant état, de manière
paradoxale, de la réduction des bornes de détectabilité et d’estimabilité en situation
de dépendance.
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Le Chapitre 2 présente une méthode de tests multiples adaptée à la
problématique d’identification d’un signal dans des données d’ERP. Dans cette
situation, les statistiques de tests d’association avec une condition expérimentale
présentent une forme de dépendance temporelle structurée à la fois par des
blocs d’intervalles de temps très corrélés et une forte composante auto-régressive
(auto-corrélation estimée à 0.99). Par ailleurs, le signal recherché est parfois très
faible au regard de la grande variabilité des courbes d’ERP entre les sujets. Pour
s’affranchir de la forte régularité de la courbe des statistiques de tests induite par
leur forte dépendance, on propose de s’appuyer sur un modèle à facteurs latents de
la structure de covariance pour intégrer à la méthode d’estimation du signal une
étape de reconstruction par régression du bruit résiduel à partir de son observation
supposée sur des intervalles de temps de signal nul. Cette méthode permet de tirer
profit de la connaissance a priori de ces intervalles, liée à une expertise des données
d’ERP, ou de définir une méthode adaptative partant d’une estimation libérale de
ces intervalles de temps et affinant ces estimations par une meilleure séparation
du bruit et du signal. Une étude par simulation montre que cette méthode donne
de bons résultats en matière d’identification du support du signal : le FDR est
contrôlé au niveau fixé, contrairement à d’autres méthodes de prise en compte
de la dépendance par un modèle à facteurs latents (SVA, LEAPP) et le taux de
détection du signal est plus important. Enfin, une interprétation des résultats
obtenus sur données réelles est proposée. La méthode est implémentée dans le
package R intitulé ERP (Causeur and Sheu (2014)).

Le Chapitre 3 propose une adaptation des méthodes de décorrélation présentées
dans le Chapitre 1 à l’objectif de la sélection de variables pour des modèles linéaires
de classification supervisée. L’impact de la dépendance sur les procédures de
sélection de variables ignorant la dépendance, telle la méthode LASSO, se traduit
essentiellement par un défaut de précision de la sélection, à savoir une sélection en
partie non-conforme au réel pouvoir prédictif des variables explicatives. Par ailleurs,
l’étude des propriétés de ces méthodes de sélection dans une situation d’analyse de
données d’expression de gènes met en évidence un fort défaut de reproductibilité
de la sélection. Dans le cadre général de variables explicatives distribuées selon une
loi normale multivariée homoscédastique, sous-jacent à l’Analyse Discriminante
Linéaire, on propose d’introduire des facteurs latents conditionnellement auxquels
les variables explicatives sont indépendantes. On démontre que la règle linéaire de
classification optimale conditionnellement à ces facteurs est plus performante que
la règle non-conditionnelle, et qu’elle est équivalente à la règle de Bayes appliquée
aux variables explicatives ajustées de l’effet des facteurs.

Un algorithme de type Expectation-Maximisation (EM) pour l’estimation des
paramètres du modèle est proposé, dans lequel l’appartenance aux classes définies
par les valeurs de la variable à expliquer sont également considérées comme man-
quantes. Dans ce contexte, l’étape E consiste en une estimation jointe des facteurs la-
tents et des probabilités individuelles d’appartenance aux classes. La méthode d’es-
timation ainsi définie est compatible avec une problématique de prédiction dans la-
quelle les classes définies par les valeurs de la variable réponse sont inconnues. L’ana-
lyse comparative des propriétés de la méthode FADA, pour Factor-Adjusted Discri-
minant Analysis, montre une amélioration générale des performances de prédiction,
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lorsque le modèle est construit à partir d’une procédure de sélection de variables
intégrant un modèle à facteurs de la dépendance. De plus, l’analyse de données sur
le cancer du sein suggère que la méthode proposée permet d’obtenir un ensemble
plus reproductible de variables sélectionnées. La méthode est implémentée dans le
package R intitulé FADA (Factor-Adjusted Discriminant Analysis (Perthame
et al. (2014)).

Les problématiques de détection et d’identification de signal en situation de
données dépendantes sont abordées de manière plus formelle dans le Chapitre 4. En
effet, le cadre général de ce Chapitre est celui proposé par Donoho and Jin (2004)
et repris par Hall and Jin (2010) d’un modèle de mélange Gaussien pour le vecteur
des statistiques de tests, dont les composantes ont des moyennes différentes si l’hy-
pothèse nulle est vraie ou non. Donoho and Jin (2004) définit le paradigme d’un
signal “Rare-and-Weak” comme la combinaison de valeurs faibles pour la propor-
tion d’hypothèses non-nulles (parcimonie) et pour l’amplitude du signal. Sous l’hy-
pothèse d’indépendance entre les statistiques de tests, il donne les bornes théoriques
de parcimonie et d’amplitude pour la détectabilité et l’estimabilité du signal et pro-
pose une méthode, nommée Higher Criticism Thresholding (HCT), dont il démontre
qu’elle atteint ces bornes théoriques. Le Chapitre 4 présente une étude des propriétés
de HCT en situation de dépendance. Les bornes de détectabilité et d’estimabilité
sont étendues à des situations arbitrairement complexes de dépendance. La méthode
proposée est appliquée à des données d’ERP auditives et sur des simulations.

Ce travail de thèse conduit finalement à deux éléments de conclusion principaux.
Le premier de ces éléments peut prendre la forme d’une incitation à la prudence
lors de l’analyse de données fortement dépendantes par des méthodes qui ignorent
cette dépendance. Par exemple, l’étude des propriétés des méthodes de sélection
d’intervalles de temps dans des données d’ERP donne quelques illustrations spec-
taculaires de la déformation d’un signal par un bruit fortement auto-corrélé. Le
deuxième élément est à la fois plus constructif et plus sujet à discussion. En effet,
en réponse à la non-consistance des méthodes ignorant la dépendance, le propos
de cette thèse est de proposer des méthodes de décorrélation des statistiques de
sélection, basées sur un modèle d’analyse en facteur de la dépendance. Bien que
présentant une grande flexibilité, ce modèle est particulièrement adapté à des pro-
fils de loi normale multivariée. Il est par exemple peu approprié pour des données
qualitatives telles que celles de génotypage rencontrées en statistique génomique
dans les études d’association à l’échelle du génome. Dans ce cas par exemple, il
peut être plus intéressant de modéliser la dépendance par l’existence d’états cachés.

Par ailleurs, enrichir une méthode statistique par un modèle de la dépendance
introduit un risque de sur-ajustement, pouvant se traduire par d’apparentes bonnes
performances sur les données d’apprentissage, contredites par l’application à de
nouvelles données. Ce travail a veillé à limiter ce risque par l’usage de méthodes de
validation respectant scrupuleusement la séparation entre données d’apprentissage
et données de validation. Toutefois, il n’explore pas la possibilité de limitation de
la complexité des modèles par des méthodes conduisant à des estimations parcimo-
nieuses des structures de dépendance. Ainsi, l’inverse de la matrice de covariance
d’un modèle à facteurs intervient indirectement dans chacun des chapitres de cette
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thèse. Or une forte dépendance se traduit aussi par un grand nombre de valeurs
très faibles dans la matrice de covariance inverse.

La méthode de décorrélation par les innovations introduite dans le Chapitre
1 et reprise dans le Chapitre 4 fait appel à la racine de cette matrice. Il serait
intéressant d’étudier l’apport d’une modélisation parcimonieuse de cette matrice
d’innovation. En effet, notamment en situation de forte dépendance temporelle, on
peut supposer que l’auto-corrélation partielle entre deux temps conditionnellement
à tous les autres s’annule pour des délais courts entre ces temps, ce qui se traduit
par une matrice de covariance inverse de forme bande-diagonale. C’est l’hypothèse
faite par Hall and Jin (2010) pour définir la méthode innovated HCT. Sous une
approche par un modèle à k facteurs pour une matrice de variance Σ, il est possible
de donner l’expression d’une décomposition de Σ−1 sous la forme de la somme d’une
matrice diagonale positive et du produit d’une matrice de rang k par sa transposée.
On peut alors définir une méthode visant directement à estimer Σ−1 de manière
parcimonieuse par une pénalisation `1 ou `2 de la vraisemblance. L’intérêt d’une
telle approche est conforté par une récente publication (Van Wieringen and Peeters
(2014)), dans laquelle les auteurs proposent une estimation Ridge de l’inverse de la
matrice de covariance et démontre la supériorité de leur méthode par rapport à des
approches de type Lasso (Friedman et al. (2008)).

Par ailleurs, la question de l’introduction de modèles non paramétriques pour
décrire l’évolution des paramètres des modèles d’ERP au cours du temps de manière
régulière s’est posée tout au long de ce travail de thèse. Par exemple, Hazarika
et al. (1997) et Subasi et al. (2005) proposent des méthodes fondées sur une
décomposition des courbes sur une base d’ondelettes et Bugli and Lambert (2006)
proposent un modèle d’analyse de variance fonctionnelle estimé par la méthode
des splines pénalisés, initialement proposés par Eilers and Marx (1996). Toutefois,
comme le rapportent de nombreux auteurs (voir Wood (2012); Wiesenfarth et al.
(2012)), l’estimation des variances et des covariances résiduelles dans les modèles
additifs généralisés est problématique, conduisant souvent à une sous-estimation
systématique. Les tests d’analyse de variance qui en découlent ne contrôlent pas le
risque de 1ère espèce au niveau souhaité. Par ailleurs, cette mauvaise estimation
perturbe les méthodes de décorrélation, ce qui génère une mauvaise séparation du
signal et du bruit.

En statistique génomique, les données protéomiques prennent également la
forme de spectres. On remarque à partir de données publiques associées à une
telle expérience (voir Petricoin et al. (2002)) que ces spectres présentent une
structure de dépendance similaire à celle des ERPs, avec une diagonale de forte
auto-corrélations et des blocs de corrélations. Ces données sont également analysées
par des modèles mixtes d’analyse de variance fonctionnelle permettant de prendre
en compte la grande variabilité inter-individus des spectres de peptides et font
appel à des décompositions sur base d’ondelettes (voir notamment Giacofci et al.
(2013)). Dans l’une ou l’autre de ces approches (splines ou ondelettes), il pourrait
être pertinent d’étudier l’apport des méthodes de décorrélation.
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