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Approches bayésiennes non paramétriques et apprentissage de
dictionnaire pour les problèmes inverses en traitement d'image

L’apprentissage de dictionnaire pour la représentation parcimonieuse est bien
connudans le cadre de la résolutionde problèmes inverses. Lesméthodes d’opti-
misation et les approches paramétriques ont été particulièrement explorées.
Ces méthodes rencontrent certaines limitations, notamment liées au choix de
paramètres. En général, la taille de dictionnaire doit être fixée à l’avance et
une connaissance des niveaux de bruit et éventuellement de parcimonie sont
aussi nécessaires. Les contributionsméthodologiques de cette thèse concernent
l’apprentissage conjoint du dictionnaire et de ses paramètres, notamment pour
les problèmes inverses en traitement d’image. Nous étudions et proposons la
méthode IBP-DL (Indien Buffet Process for Dictionary Learning) en utilisant
une approche bayésiennenonparamétrique.Une introduction sur les approches
bayésiennes non paramétriques est présentée. Le processus de Dirichlet et son
dérivé, le processus du restaurant chinois, ainsi que le processus Bêta et son
dérivé, le processus du buffet indien, sont décrits. Le modèle proposé pour
l’apprentissage de dictionnaire s’appuie sur un a priori de type Buffet Indien
qui permet d’apprendre un dictionnaire de taille adaptative. Nous détaillons la
méthode de Monte-Carlo proposée pour l’inférence. Le niveau de bruit et celui
de la parcimonie sont aussi échantillonnés, de sorte qu’aucun réglage de para-
mètres n’est nécessaire en pratique. Des expériences numériques illustrent les
performances de l’approche pour les problèmes du débruitage, de l’inpainting
et de l’acquisition compressée. Les résultats sont comparés avec l’état de l’art.
Le code source en Matlab et en C est mis à disposition.
Mots-clés : représentations parcimonieuses, apprentissage de dictionnaire, pro-
lèmes inverses, bayésien non paramétrique, processus du Buffet Indien,Monte-
Carlo par chaînes de Markov





Bayesian nonparametric approaches and dictionary learning for
inverse problems in image processing

Dictionary learning for sparse representation has been widely advocated for
solving inverse problems. Optimization methods and parametric approaches
towards dictionary learning have been particularly explored. These methods
meet some limitations, particularly related to the choice of parameters. In ge-
neral, the dictionary size is fixed in advance, and sparsity or noise levelmay also
be needed. In this thesis, we show how to perform jointly dictionary and para-
meter learning, with an emphasis on image processing. We propose and study
the Indian Buffet Process for Dictionary Learning (IBP-DL) method, using a
bayesian nonparametric approach. A primer on bayesian nonparametrics is
first presented. Dirichlet and Beta processes and their respective derivatives,
theChinese restaurant and Indian Buffet processes are described.Theproposed
model for dictionary learning relies on an Indian Buffet prior, which permits
to learn an adaptive size dictionary. The Monte-Carlo method for inference is
detailed. Noise and sparsity levels are also inferred, so that in practice no pa-
rameter tuning is required. Numerical experiments illustrate the performances
of the approach in different settings : image denoising, inpainting and com-
pressed sensing. Results are compared with state-of-the art methods is made.
Matlab and C sources are available for sake of reproducibility.
Keywords : sparse representations, dictionary learning, inverse problems, Baye-
sian non-parametric, Indian Buffet Process, Markov chain Monte Carlo
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CHAPITRE1
Introduction

Ma thèse de doctorat en traitement du signal et de l’image a débuté au sein du La-
boratoire d’Automatique, Génie Informatique et Signal (LAGIS) qui est devenu le
1er janvier 2015 le Centre de Recherche en Informatique, Signal et Automatique de
Lille (CRIStAL). Elle concerne l’étude de problèmes inverses en traitement d’image
utilisant les approches bayésiennes non paramétriques pour l’apprentissage de dic-
tionnaire. Mes travaux font également partie du projet ANR-BNPSI (Bayesian Non-
parametric methods for Signal and Image Processing) nºANR-13-BS-03-0006-01.

1.1 Problème inverse

“Un problème inverse est une situation dans laquelle on tente de déterminer les causes
d’un phénomène à partir de l’observation expérimentale de ses effets.” En traitement
d’image, un problème inverse est typiquement celui de la reconstruction d’une image
plausible à partir d’une image observéeY. L’observation est le résultat d’une fonction
f(H,X,B) éventuellement non linéaire. En particulier, dans le cas linéaire on a :

Y = H(X+ B). (1.1)

X est l’image initiale qui est perturbée par un opérateur H et un bruit B. Cela
donne l’image observable Y. On cherche à retrouver X à partir de Y. L’opérateur
d’observation H peut être :

— la matrice identité : il s’agit alors d’un problème de débruitage,
— un masque : le problème s’appelle l’inpainting où certains pixels de l’image

sont désactivés et le but est de retrouver l’image entière,
— un opérateur de flou : on dit alors que l’on veut déconvoluer l’image, i.e. re-

construire l’image nette d’une scène originale à partir d’une version floue,
— une matrice de projection aléatoire dans le cas de l’acquisition compressée

(compressive sensing).

Ces problèmes de reconstruction ou de restauration d’image sont souvent des pro-
blèmes mal-posés du fait d’une perte d’information lors de l’observation. Un pro-
blème est dit mal-posé au sens d’Hadamard s’il ne respecte pas l’une des conditions
suivantes :

— la solution existe,
— la solution est unique,
— la solution dépend de façon continue des données (i.e. une petite variation

dans les données n’introduit pas de grande variation dans la solution).

1
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Dans le cas linéaire de l’équation (1.1), cette propriété peut découler de la matrice
H lorsqu’elle est non-inversible ou mal-conditionnée. Il existe alors plusieurs solu-
tions à l’équation (1.1). Les seules observations expérimentales Y ne suffisent pas à
déterminer parfaitement X.

Une approche naturelle pour résoudre (1.1) est la méthode des moindres carrés
qui permet de s’affranchir de la difficulté posée par la matrice non-inversible. Cette
méthode donne un estimateur X̂MC minimisant la norme ℓ2 du résidu du modèle :

X̂MC = argmin
X
∥Y−HX∥2. (1.2)

Cela consiste à résoudre l’équation suivante :

HTHX = HTY. (1.3)

La solution des moindres carrés est unique sous condition que HTH soit inversible.
Elle est donnée par

X̂MC = (HTH)−1HTY. (1.4)

Dans le cas où HTH n’est pas inversible, la solution n’est plus unique. Pour se
ramener à une solution unique, parmi toutes les solutions vérifiantY = HX, on peut
choisir la solution de norme euclidienne minimale. On peut référencer ici aussi la
régression pseudo-orthogonale connue sous le nom de régression ridge [1].

Bien qu’il soit possible d’obtenir une solution unique, une pseudo inversion faite
au sens desmoindres carrés ne conduit pas à une bonne solution du problème inverse
à cause de son instabilité, aussi appelée non robustesse au bruit. En effet, l’équation (1.4)
n’exploite que des informations apportées par les données Y qui ne sont en général
pas suffisantes pour avoir une solution unique ou robuste au bruit. Dans ce cas, il est
nécessaire d’ajouter des contraintes ou des a priori qui permettent de réduire l’espace
des possibilités afin de définir une notion de meilleure représentation et aboutir à
une solution unique. Le choix d’un a priori est dit pertinent s’il permet de retrouver
les représentations qui ont les propriétés souhaitées. Par exemple, on peut désirer la
parcimonie.

1.2 Représentation parcimonieuse

Ces vingt dernières années, les représentations parcimonieuses ont levé de nom-
breux verrous en traitement du signal et des images [2–4]. La parcimonie consiste
par exemple à utiliser un petit nombre d’atomes choisis dans un dictionnaire pour
reconstruire ou restaurer un signal, une image. On cherche à décomposer le signal
en éléments basiques appelés atomes. Chaque atome représente une partie élémen-
taire du signal complet. Soit D le dictionnaire contenant K atomes. Nous notons
dk = D(:, k), l’atome numéro k du dictionnaire. L’image X à retrouver peut être
recherchée sous la forme suivante :

X =
K∑
k=1

dkW(k, :) (1.5)



Chapitre 1. Introduction 3

oùW(k, :) est les coefficients de la représentationW associés à l’atome k. X est donc
la somme de tous les atomes pondérés pas les coefficients associés. Il est à noter qu’en
traitement d’image, les atomes sont souvent sous la forme d’imagettes élémentaires
appelées patches [4]. On appelle imagette (patch) un morceau souvent de taille 8 ex-
trait à partir d’une image.

W est souvent appelée la matrice de coefficients ou le jeu de coefficients. Lorque la
matrice W a un grand nombre de coefficients nuls, on parle de représentation par-
cimonieuse. On trouve aussi les termes représentation éparse, représentation creuse
ou sparse representation en anglais. Les coefficients nuls indiquent les atomes non
utilisés. Les coefficients non-nuls indiquent la présence des atomes dans le signal. Il
peut exister une infinité de jeux de coefficients W permettant d’effectuer des com-
binaisons d’atomes différentes pour décomposer le même signal. Il est nécessaire de
définir un critère pour choisir un unique jeu de coefficients W parmi toutes les dé-
compositions possibles. Dans cette thèse, on s’intéresse au critère de parcimonie. En
effet, la parcimonie est une approche pour résoudre les problèmes inverses où l’on est
à la limite de l’identifiabilité. Le chapitre 2 revient en détails sur ces représentations
parcimonieuses.

Il faut alors distinguer deux approches. Une première possibilité consiste à choisir
à l’avance le dictionnaire parmi un ensemble de dictionnaires préexistants en utili-
sant des fonctions mathématiques (la transformée en cosinus discrète, la transfor-
mée en ondelette, curvelets, …) pour ensuite identifier les coefficients associés en
imposant que ceux-ci soient les moins nombreux possibles. Différentes méthodes
(LASSO [5], BasisMatchingPursuit [6],...) permettent alors d’estimer ces coefficients
en résolvant un problème d’optimisation, typiquement avec pénalité ℓ0 ou ℓ1 (relaxa-
tion d’une pénalité ℓ0) sur les coefficients. Le choix a priori du dictionnaire est alors
crucial et influence beaucoup la qualité des résultats obtenus.

Une deuxième possibilité consiste à apprendre un dictionnaire à partir d’un en-
semble de données de référence. Une étape d’apprentissage est nécessaire, en plus
de l’estimation des coefficients de la décomposition. Cette thèse adoptera cette ap-
proche.

1.3 Apprentissage de dictionnaire

On peut aborder l’apprentissage de dictionnaire sous l’angle de la ”factorisation
de matrice”, où l’on décompose X = DW. Le modèle (1.1) devient :

Y = H(DW+ B). (1.6)

La récupération de X est équivalent dans un certain sens à la recherche d’un couple
optimal (D,W) dans un sens qui reste à préciser.D est un dictionnaire redondant où
le nombre d’atomes du dictionnaire est supérieur à la dimension des données.

L’apprentissage de dictionnaire par les méthodes d’optimisation a été beaucoup
étudié [7–10]. Dans ces méthodes d’optimisation, la parcimonie est typiquement fa-
vorisée par une pénalité ℓ0 ou ℓ1 sur l’ensemble des coefficients de codage (d’autres
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formulations sont possibles). Par exemple dans le cas du débruitage où H est la ma-
trice identité :

(D,W) = argmin
(D,W)

1

2
∥Y−DW∥22 + λ∥W∥p où λ ⩾ 0. (1.7)

Une optimisation alternée entre D et W est proposée pour résoudre (1.7) [4]. Les
méthodes d’optimisation visent à minimiser l’erreur de reconstruction tout en favo-
risant la parcimonie, comme dans l’équation (1.7). Il faut donc trouver un bon com-
promis entre l’erreur de reconstruction et la parcimonie. Ce compromis est contrôlé
par λ appelé paramètre de régularisation. Il est à noter que le choix du paramètre
de régularisation λ en fonction de l’erreur de reconstruction est important. Plus λ
est grand, plus on impose la parcimonie, moins on utilise d’atomes et plus l’erreur
de reconstruction est grande. Prenons un exemple sur l’équation (1.7). Dans le cas
extrême, quand λ → ∞, ∥W∥1 → 0 pour compenser. Quand aucun atome n’est
utilisé, l’erreur est maximale. Inversement, quand λ = 0, il n’y a plus de contrainte
de parcimonie. La décomposition utilise autant d’atomes que nécessaire pour mi-
nimiser l’erreur de reconstruction. Cependant rappelons qu’on effectue la décom-
position sur l’image observée qui est l’image bruitée par exemple. L’objectif est de
débruiter cette image. L’erreur de reconstruction joue un rôle analogue au niveau
du bruit. On cherche une approximation de l’image bruitée en acceptant un certain
niveau d’erreur lié au niveau de bruit. Quand λ = 0, on approche la reconstruction
exacte du signal de l’image bruitéeY qui n’est pas satisfaisante ici. Dans lesméthodes
d’optimisation, un a priori sur l’erreur de reconstruction est nécessaire afin de choi-
sir de façon optimale en avant le paramètre de régularisation λ. Bien que souvent
robustes, les méthodes d’optimisation souffrent de certaines limitations. Elles fixent
souvent à l’avance l’erreur de reconstruction, la taille du dictionnaire ou le niveau de
parcimonie. Dans la littérature, un dictionnaire de tailleK = 256 ou 512 atomes est
appris le plus souvent [4, 7]. Quelques méthodes proposent un dictionnaire de taille
adaptative en visant un compromis entre l’erreur de reconstruction et la parcimo-
nie de la représentation par exemple [11–14]. Cependant, l’estimation de la taille du
dictionnaire est souvent basée sur des heuristiques.

Une deuxième famille d’approches explorée dans une moindre mesure regroupe
les méthodes d’apprentissage de dictionnaires via des modèles probabilistes. Dans le
cadre bayésien, le problème s’écrit typiquement sous la forme d’une loi a posteriori :

p(D,W, σε | Y) ∝ p(Y | D,W, σε)p(D,W, σε) (1.8)

La vraisemblance p(Y | D,W, σε) est construite conformément au modèle (1.6) où
le bruit est souvent gaussien. La loi a priori p(D,W, σε) permet de régulariser le
problème. En utilisant par exemple l’échantillonnage de Gibbs pour l’inférence, le
problème peut être résolu en échantillonnant alternativement les variables selon :

p(D | Y,W, σε) ∝ p(Y | D,W, σε)p(D) (1.9)

p(W | Y,D, σε) ∝ p(Y | D,W, σε)p(W) (1.10)

p(σε | Y,W, σε) ∝ p(Y | D,W, σε)p(σε) (1.11)

Un avantage des approches bayésiennes est que le niveau de bruit peut aussi être
échantillonné. Il n’est plus nécessaire de le fixer à l’avance.
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Les modèles bayésiens paramétriques possèdent a priori un nombre de degrés
de liberté fixé à l’avance. Dans le cas de l’apprentissage de dictionnaire, le nombre
d’atomes sera fixé à l’avance. Cependant, si le nombre d’atomes est trop faible, par
exemple un seul atome, le dictionnaire ne sera pas assez riche pour reconstruire le
signal. Si le nombre d’atomes est très important, par exemple infini, le problème du
surapprentissage apparaît. Une sélection de modèle est en général nécessaire si l’on
souhaite trouver un compromis optimal.

Dans les approches bayésiennes non paramétriques, le nombre de degrés de li-
berté du modèle est lui-même considéré comme aléatoire et finalement contrôlé par
les données lors de l’inférence. De la même façon, elles permettent de développer
des méthodes d’apprentissage de dictionnaire sans fixer à l’avance la taille du dic-
tionnaire. Non seulement on échantillonne le dictionnaire, mais aussi son nombre
d’atomes lors de l’inférence. Aucun paramètre n’est fixé à l’avance. Ces propriétés
ouvrent des perspectives prometteuses et encore peu explorées en traitement du si-
gnal et des images. C’est pourquoi l’apprentissage de dictionnaire s’appuyant sur les
approches bayésiennes non paramétriques est exploré dans cette thèse.

En particulier, le chapitre 3 rappelle différentes méthodes d’apprentissage de dic-
tionnaire.

1.4 Approches bayésiennes non paramétriques

Pour rappel, les méthodes paramétriques font l’hypothèse que le modèle peut être
caractérisé par un vecteur de paramètres de dimension finie. Par exemple, dans un
modèle de mélange paramétrique, le nombre de composantes est fixé avant d’inférer
les paramètres du modèle (poids et paramètres des composantes élémentaires). Le
choix de la dimension des paramètres n’est pas toujours trivial et constitue une limi-
tation des modèles paramétriques.

Les modèles non paramétriques permettent d’éviter les choix souvent restrictifs
des modèles paramétriques en définissant une distribution a priori sur des espaces
fonctionnels (de dimension infinie). Les modèles non paramétriques peuvent ainsi
être simplement définis comme desmodèles paramétriques avec un nombre infini de
paramètres. Pour résumer,non paramétriquesne veut pas dire qu’on ignore l’existence
des paramètres des distributions. Cela indique surtout que la dimension des para-
mètres inconnus est aussi une variable aléatoire. On va estimer ces paramètres ainsi
que leur dimension en utilisant des lois définies sur des espaces de distributions.

Les modèles bayésiens non paramétriques souvent mentionnés sont les proces-
sus gaussiens et les processus de Dirichlet. En particulier, le processus de Dirichlet à
mélange (Dirichlet Process Mixture, DPM) [15, 16] est une distribution sur les distri-
butions de probabilité. Le DPM dépend de deux paramètres et ses réalisations sont
des mélanges infinis, par exemple le processus de Dirichlet à mélange de gaussiennes
ou Poisson. Il permet de prendre en compte dès le départ le caractère aléatoire du
nombre de composantes d’un mélange. Le nombre de composantes n’a pas besoin
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d’être défini à l’avance, mais il sera estimé à partir des données. Le processus du res-
taurant chinois est un dérivé du processus de Dirichlet. Le chapitre 4 présente en
détails ces processus.

Dans le cas où chaque objet peut s’associer à plusieurs classes, on parle desmodèles
à variables latentes (latent feature models). Les processus Bêta-Bernoulli ou de Buffet
Indien sont deux exemples de loi a priori qui permet de modéliser des objets possé-
dant un nombre inconnu de caractéristiques (feature). Le nombre de caractéristiques
est potentiellement infinie mais est régularisé par la loi a priori . Ces processus sont
exposés dans le chapitre 5. En particulier, le chapitre 6 détaille l’échantillonnage du
processus du Buffet Indien.

Les méthodes bayésiennes non paramétriques ont connu un intérêt croissant dans
la communauté de l’apprentissage (machine learning) [17–21]. Cependant, elles sont
encore très peu utilisé dans la communauté de traitement de signal et d’image [22,
23]. A noter au passage, une session spéciale sur Bayesian non-parametrics for signal
and image processing a été organisée par François Caron, Pierre Chainais et Audrey
Giremus en 2015 à EUSIPCO (European Signal Processing Conference).

1.5 Modèle IBP-DL

Lesmodèles non paramétriques possèdent de très bonnes propriétés d’adaptativité
qui permettent de s’affranchir d’une étape de sélection de modèle, la complexité du
modèle augmentant dynamiquement avec la richesse des données d’apprentissage.
En utilisant les approches bayésiennes non paramétriques dans l’apprentissage de
dictionnaire, nous pouvons considérer que le dictionnaire est potentiellement de
taille infinie mais une loi a priori est introduite pour favoriser la parcimonie de la
représentation.
Dans le cadre de cette thèse, on s’appuie sur le processus du Buffet Indien qui nous
permet à la fois de contrôler le nombre d’atomes et de favoriser la parcimonie. Un
modèle appelé IBP-DL pour Indian Buffet Process for Dictionary Learning ou le pro-
cessus de Buffet Indien pour l’apprentissage de dictionnaire, sera présenté dans le
chapitre 7.

L’objectif de nos travaux est précisément d’explorer le fort potentiel des méthodes
bayésiennes non paramétriques pour l’apprentissage de dictionnaire, encore très peu
utilisé par la communauté traitement du signal et des images. Cette thèse apporte des
contributions méthodologiques, notamment pour les problèmes inverses en traite-
ment d’image. Une approche bayésienne non paramétrique IBP-DL (Indian Buffet
Process for Dictionary Learning) est proposée grâce à la loi a priori décrite par le
Processus de Buffet Indien. Cette méthode donne un dictionnaire efficace avec un
nombre d’atomes adapté. En outre, les niveaux du bruit et de la parcimonie sont éga-
lement déduits de sorte qu’aucun réglage de paramètre n’est nécessaire. Le modèle
IBP-DL est ensuite implémenté dans les problèmes inverses linéaires en traitement
d’image. Le chapitre 8 illustre les résultats obtenus pour évaluer la pertinence de la
méthode IBP-DL.
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1.6 Liste des publications

Dans [24] et [25], un modèle IBP-DL pour le problème de débruitage est pré-
senté. Une description plus détaillé de ce modèle est publiée dans [26]. Dans [27], le
modèle IBP-DL est élaboré pour résoudre des problèmes de l’inpainting et compres-
sive sensing au-delà du débruitage de base. Un échantillonneur de Gibbsmarginalisé
accéléré est aussi dérivé pour l’inpainting dans cette thèse.

1. Hong-PhuongDang, PierreChainais. IndianBuffetProcessDictionaryLear-
ning for image inpainting. IEEE Workshop on Statistical Signal Processing
(SSP), 2016 [27].

2. Hong-Phuong Dang, Pierre Chainais. Towards dictionaries of optimal size :
a Bayesian non parametric approach. Journal of Signal Processing Systems,
1-12, 2016 [26].

3. Hong-Phuong Dang, Pierre Chainais. A Bayesian non parametric approach
to learn dictionaries with adapted numbers of atoms. Intel best paper award.
IEEE 25th International Workshop on Machine Learning for Signal Processing
(MLSP), 1–6, 2015 [25].

4. Hong-Phuong Dang, Pierre Chainais. Approche bayésienne non paramé-
triquedans l’apprentissagedudictionnaire pour adapter le nombred’atomes.
Conférence Nationale GRETSI, 2015 [24].

5. Hong-PhuongDang, PierreChainais. IndianBuffetProcessDictionaryLear-
ning : algorithms and applications to image processing. International Jour-
nal of Approximate Reasoning (en révision) [28].

1.7 Organisation du manuscrit

Ce manuscrit est organisé de la façon suivante :
Le chapitre 2 introduit les outils de base de la décompositionparcimonieuse.Quelques
méthodes d’optimisation seront présentées. Les bases desméthodes d’échantillonnage
aléatoire, appelées méthodes de Monte Carlo sont ensuite abordées.
Le chapitre 3 dresse un état de l’art des méthodes d’apprentissage de dictionnaire, et
précise l’intérêt des approches bayésiennes, en particulier non paramétriques.
Le chapitre 4 donne une revue du processus fondateur de l’approche bayésienne non
paramétrique, le processus de Dirichlet, et son utilisation pour les modèles de mé-
lange. La liaison entre le processus de Dirichlet et les autres distributions non pa-
ramétriques comme la représentation de Backwell-Mac Queen ou le processus de
restaurant chinois est aussi présentée.
Le chapitre 5 s’intéresse au processus de Buffet Indien (IBP), une distribution non
paramétrique pour les modèles à caractéristiques latentes (latent features) qui est
intéressante pour l’apprentissage de dictionnaire. Plusieurs façons de construire le
processus de buffet indien seront décrites. Les modèles plus généraux de processus
du buffet indien qui permettent de capturer le comportement données-atomes en loi
de puissance et de reproduire des propriétés statistiques fines des données sont aussi
évoqués.
Le chapitre 6 fournit différents algorithmes d’inférence de l’IBP dans le contexte d’un
modèle linéaire gaussien.
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Le chapitre 7 est consacré au modèle IBP-DL pour l’apprentissage de dictionnaire
de taille adaptative en utilisant le processus de Buffet Indien. Différentes versions de
l’échantillonnage de Gibbs pour l’inférence de ce modèle sont aussi étudiées.
Le chapitre 8 illustre la pertinence de l’approche IBP-DL sur des problèmes inverses
en traitement d’image : débruitage, inpainting, compressive sensing. Les résultats
obtenus sont comparés avec ceux d’autres méthodes de l’état de l’art.
Le chapitre 9 termine ce travail par un exposé de perspectives théoriques, algorith-
miques et applicatives et une conclusion.



CHAPITRE2
Décomposition parcimonieuse

Les représentations parcimonieuses permettent de résoudre les problèmes inverses
où l’on est à la limite de l’identifiabilité. Elles connaissent de nombreux succès en trai-
tement du signal et des images depuis ces vingt dernières années. Ce chapitre définit
d’abord la notion de représentation parcimonieuse et les problèmes qui en résultent.
On s’intéressera ensuite aux différents algorithmes qui permettent la représentation
d’un signal par un dictionnaire éventuellement redondant en utilisant une approche
par optimisation ou une méthode bayésienne.

2.1 Représentations parcimonieuses

L’objectif de tout changement de représentation est d’exprimer un signal sous une
autre forme afin de pouvoir le traiter et l’analyser de façon plus simple, plus efficace.
Représenter un signal de manière parcimonieuse consiste à le décomposer en uti-
lisant un dictionnaire éventuellement redondant, où seul un petit nombre d’atomes
est effectivement utilisé dans le dictionnaire. Un dictionnaire est dit redondant si sa
taille est supérieure à la dimension de l’espace dans lequel vivent les données. Cette
représentation parcimonieuse pour le signal comporte un grand nombre de valeurs
nulles. Ce chapitre est consacré à la recherche d’une décomposition parcimonieuse
d’un signal dans un dictionnaire connu. On étudie dans un premier temps un signal
non bruité y que l’on souhaite décrire de la manière suivante :

y = Dw =
K∑
k=1

dkwk (2.1)

où y est un vecteur colonne de dimensionL.D est la matrice de dictionnaire de taille
L×K oùK est le nombre d’atomes. Le vecteur colonnew de tailleK encode la repré-
sentation parcimonieuse de l’observation y. Le cœfficient wk représente l’encodage
du signal associé à l’atome numéro k.

La recherche d’une représentation parcimonieuse peut se traduire sous la forme
d’un problème de minimisation sous contraintes :

min
w
∥w∥0 sous contrainte y = Dw. (2.2)

La norme ℓ0 sur w compte le nombre de coefficients non nuls dans w. En minimi-
sant le nombre de coefficients non-nuls, on cherche une représentation optimale w
contenant un nombre minimal de termes non nuls, ce qui correspond au critère de
parcimonie. Toutefois, la norme ℓ0 est non convexe donc la solution obtenue peut
correspondre à un minimum local. La minimisation exacte selon la norme ℓ0 est

9
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y = D w

Figure 2.1 – y est éparse sur D : seuls quelques coefficients sont actifs
(non nuls) dans w.

connue comme un problème d’optimisation NP-complet [29], i.e., non calculable
en temps polynomial sur un ordinateur. On doit effectuer une recherche exhaustive
parmi toutes les combinaisons d’atomes différentes pour trouver la solution. C’est
un problème qui passe difficilement à l’échelle. On s’intéressera dans la section sui-
vante à différents algorithmes de recherche de décompositions parcimonieuses qui
contournent la difficulté en réexprimant le problème (2.2), par exemple en relâchant
la norme ℓ0.

2.2 Algorithmes de poursuite adaptative pénalité ℓ0

Les algorithmes de poursuite ou algorithmes gloutons (greedy) sont des algorithmes
itératifs qui cherchent à résoudre le problème (2.2) grâce à une heuristique. Le prin-
cipe de ces algorithmes est de chercher un par un les atomes actifs de façon à dimi-
nuer l’erreur entre le signal original et le signal parcimonieux. L’algorithme s’arrête
quand un critère d’arrêt défini a priori est atteint. Cette optimisation locale ne peut
pas assurer l’optimisation globale dans le cas général mais elle offre de bonnes pro-
priétés de décroissance du résidu tout en garantissant la parcimonie.

2.2.1 Matching Pursuit

L’algorithme de Poursuite Adaptative (Matching Pursuit, MP), voir Algo. 1, est
proposé par Mallat et Zhang en 1993 [30]. Le principe de la méthode est le suivant.
D’abord, l’atome le plus corrélé avec le signal à l’itération courante est sélectionné,
il s’agit de l’atome dont la contribution au résidu courant est la plus grande. Cette
contribution est ensuite soustraite pour générer un nouveau résidu. Il est à noter
qu’un atomek peut être sélectionné plusieurs fois durant la procédure. L’algorithme1
présente l’algorithme de Matching Pursuit. Le critère d’arrêt est typiquement dé-
fini soit par le nombre maximal T d’itérations soit par le résidu ∥r(T )∥2. En sortie

d’algorithme, y s’exprime sous la forme : y =
T∑
t=1

w(t)d(t)k + r(T ).

2.2.2 Orthogonal Matching Pursuit

L’agorithme de Poursuite Adaptative Orthogonale ou Orthogonal Matching Pur-
suit (OMP) [31], voir Algo. 2, est une extension de MP. Le principe de base de OMP
reste le même que celui de MP. La seule différence est la mise à jour des cœfficients,
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Initialisation : t← 0 ; r(t) ← y ; D
répéter

t← t+1 ;
Recherche de l’atome optimal :

k(t) ← argmax
k

| ⟨r(t−1), dk⟩ |

Mise à jour du coefficient : w(t) ←| ⟨r(t−1), d(t)k ⟩ |
Mise à jour du résidu : r(t) ← r(t−1) − d(t)k w(t)

jusqu’au critère d’arrêt.
Algorithme 1 : Algorithme Matching Pursuit

Initialisation : t← 0 ; k(0) ← 0 r(0) ← y ; D̃
(0) ← ∅ ; D

répéter
t← t+1 ;
Recherche de l’atome optimal : k(t) ← argmax

k

| ⟨r(t−1), dk ∈ D⟩ |

dk /∈ D̃
(t−1)

Ajout du nouvel atome au dictionnaire actif : D̃
(t) ← [D̃

(t−1)
d(t)k ]

Mise à jour des coefficients : w(t) ← argmin
w
∥y− D̃

(t)
w∥22

Mise à jour du résidu : r(t) ← r(t−1) − D̃
(t)
w(t)

jusqu’au critère d’arrêt.
Algorithme 2 : Algorithme Orthogonal Matching Pursuit

et donc du résidu. À chaque itération t, OMP recalcule tous les cœfficients en proje-
tant le signal sur l’espace engendré par tous les atomes sélectionnés, contrairement à
MP où seul le nouveau coefficient est mis à jour par projection sur le nouvel atome.
La mise à jour de l’ensemble des coefficients est réalisée en utilisant la méthode des
moindres carrés.

Le problème des moindres carrés ŵ = argmin
w
∥y − D̃w∥22 peut être résolu de la

façon suivante : ŵ = D̃
†
y avec D̃

† ← (D̃
T
D̃)−1D̃

T
, aussi appelée la pseudo inverse de

D̃. Il faut noter que contrairement à MP, la mise à jour les coefficients dans OMP est
faite par la projection orthogonale du signal sur un sous espace (sous-dictionnaire D̃)
de dimension de plus en plus grande. La projection interdit à un atome deD déjà sé-
lectionné d’être choisi à nouveau pour l’ajouter dans D̃. OMP effectue de fait une
réduction de dimension. Certains algorithmes basés sur OMP suggèrent une accep-
tation de plusieurs atomes à la fois afin d’accélérer le processus, par exemple Stage-
wise OMP (StOMP [32]), Regularized Orthogonal Matching Pursuit (ROMP [33]),
voire le rejet d’atomes déjà sélectionnés comme Compressive Sampling Matching
Pursuit (CoSAMP [34]).
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2.3 Basis pursuit - Basis pursuit denoising pénalité ℓ1

2.3.1 Basis pursuit

La norme ℓ0 n’est pas convexe et pose des problèmes de minimum local dans un
problème NP-complet. L’algorithme de poursuite de base ou Basis pursuit [6] ap-
proxime la norme ℓ0 du problème (2.2) par une relaxation convexe de la norme ℓ1,
c’est-à-dire la somme des valeurs absolues des coefficients :

min
w
∥w∥1 sous contrainte y = Dw. (2.3)

Sous l’hypothèse que la solution est strictement parcimonieuse, l’équation (2.3)
donne la solutionde l’équation (2.2). La convexificationduproblèmepermet d’élargir
le champs des méthodes de résolution : optimisation convexe, dualité lagrangienne...
avec garantie d’une solution unique correspondant à un minimum global. Son avan-
tage est d’être calculable par des techniques de programmation linéaire même s’il
s’agit d’une solution approchée.

2.3.2 Basis pursuit denoising

Ladécompositiondu signal dans l’équation (2.1) ne tient pas en compte de l’existence
du bruit. L’équation (2.3) permet de résoudre le problème posé dans le modèle (2.1)
sous hypothèses de parcimonie stricte. Onmodélisemaintenant la perturbation d’un
signal par un bruit

y = Dw+ ε. (2.4)

On doit par conséquent reformuler le problème ainsi que la contrainte. Le bruit
est généralement supposé gaussien centré i.i.d.. Ceci équivaut à choisir une erreur
de reconstruction quadratique. L’idée est de rechercher une approximation parci-
monieuse d’un signal à une petite erreur ϵ près. Ce problème s’appelle Basis Pursuit
DeNoising (BPDN) [6]. BPDN est une version de BP (voir partie 2.3.1) qui tolère du
bruit. On cherche maintenant à résoudre le problème suivant :

min
w
∥w∥1 sous contrainte ∥y−Dw∥22 ≤ ϵ. (2.5)

Quand ϵ = 0, ce problème revient à Basis Pursuit.

2.4 Programmation quadratique : LASSO

BPDN (Basis Pursuit Denoising) est bien connu sous le nom de LASSO [5] (Least
Absolute Shrinkage and Selection Operator), après avoir été introduit par Tibshirani
en 1996. Il permet de minimiser l’erreur quadratique, avec une borne sur la somme
des valeurs absolues des coefficients. Le problème (2.5) peut aussi être posé sous la
forme suivante :

min
w
∥y−Dw∥22 sous contrainte ∥w∥1 ≤ δ (2.6)

ou encore à l’aide dumultiplicateur de Lagrange qui permet d’indiquer l’influence de
la contrainte dans le coût de la solution. On rappelle ici le principe de cette approche :
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Définition 1. Soit le problème d’optimisation min
x∈Rd

f(x) sous contraintes h(x) = 0 et

g(x) ⩽ 0, et soient les vecteurs µ ∈ Rm et λ ∈ Rn
+. La fonction L : Rd+n+m → R :

L(x, µ, λ) = f(x) +
m∑
i=1

µihi(x) +
n∑

i=1

λigi(x)

est appelée Lagrangien ou fonction lagrangienne du problème.

Définition 2. Soit le problème d’optimisation min
x∈Rd

f(x) sous contraintes h(x) = 0 et

g(x) ⩽ 0, et soient les vecteurs µ ∈ Rm et λ ∈ Rn
+. La fonction ϕ :Rm+n → R définie

par :
ϕ(µ, λ) = min

x∈Rd
L(x, µ, λ)

est la fonction duale du problème. Les paramètres λ et µ sont appelés variables duales.
Dans ce contexte, les variables x sont appelées variables primales.

Par exemple, l’équation (2.6) peut s’écrire sous la forme :

min
w
∥y−Dw∥22 + λ∥w∥1

min
w
∥y−Dw∥22 + λ

K∑
k=1

|wk|
(2.7)

avec λ > 0. Il existe des valeurs de λ dans eq. (2.7), ϵ dans eq. (2.5), δ dans eq. (2.6)
qui sont compatibles avec la même solution.

Dans le problème LASSO, λ contrôle la parcimonie de w. Soit {wlasso[k]}k=1:K

les solutions du problème LASSO. Plus λ augmente plus les wlasso[k] tendent vers 0
et pour un λ suffisamment grand, certains sont exactement égaux à zéro. Le choix
du paramètre de régularisation λ en fonction du niveau de bruit ε est important. Ce
choix influence le résultat final. Comme la norme ℓ1 n’est pas différentiable en 0, la
fonction objectif du LASSO n’est pas différentiable. Différents algorithmes ont été
développés afin de trouver les solutions en se basant sur la convexité du problème
d’optimisation.

L’algorithme Iterative SoftThresholding [35] est un algorithme de seuillage itératif
reposant sur le seuillage doux qui permet de résoudre le problème (2.7). Notons au
passage que l’opérateur de seuillage doux est un opérateur de proximité [36] associé
à la norme ℓ1. L’opérateur de seuillage dur est associé à la norme ℓ0.

Certains algorithmes reposent sur une approximation à λ fixé. On parle des algo-
rithmes de descente coordonnée par coordonnée qui approchent la solution en ne
modifiant qu’une seule composante dewlasso à la fois. Par exemple, on a l’algorithme
Shooting [37] proposé par Fu (1998), ou l’algorithme de seuillage itératif [38], ou en-
core Pathwise Coordinate Optimization [39] proposé par Friedman, Hastie, Höfling,
et Tibshirani. La descente de coordonnées circulaire [40] a été aussi proposée dans
la littérature. On peut également citer les méthodes de points intérieurs [6].
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2.5 Algorithme LARS

D’autres méthodes se regroupent dans la famille des algorithmes d’homotopie
qui fournissent les solutions du LASSO pour chaque valeur de son paramètre. Elles
considèrent λ en tant que paramètre d’homotopie. Parmi ces algorithmes, on re-
trouve notamment le Least-Angle Regression (LARS) [41] que l’on présente ici. Si
l’on construit le chemin de solutions de w en fonction du paramètre λ, on s’aperçoit
que la solution LASSO est linéaire par morceaux. Ainsi, on peut construire une suite
de T +1 valeurs croissantes de λ0 = 0 < λ1 < . . . λT telles que ŵλ0 soit l’estimateur
des moindres carrées, ŵλ1 ait exactement un coefficient nul, ŵλ2 deux coefficients
nuls, etc. jusqu’à ŵλT

ne contienne que les coefficients nuls. La détermination de
cette suite de valeurs de λ et des w correspondant se fait par l’algorithme Lars.

L’algorithme Least Angle Regression (LARS) (Algorithme de LARS pour la mé-
thode LASSO) [41] est un algorithme d’homotopie itératif forward qui permet de
fournir rapidement l’ensemble de toutes les solutions LASSO

{wλt
lasso | λt ⩾ 0}t=1:T . (2.8)

Définition 3. Soit∆(λt), l’ensemble des indices des atomes sur le niveau de λt

∆(λt) =
{
k ∈ {1; . . . , K} t.q. | dTk(y− Dwλt

lasso) |= λt

}
. (2.9)

Le principe de l’algorithme LARS s’appuie sur le maximum de corrélation entre
les atomes dk et le résidu y − Dwλt

lasso. On décrit ci-dessous l’idée de l’algorithme
LARS pour résoudre le problème LASSO.

— on commence avec λ0 =∞. Dans ce cas le vecteur ŵ = 0K . Par conséquent,
le résidu vaut y. On identifie l’atome dk ayant la plus grande corrélation avec
y. On ajoute k à la liste des atomes retenus.

— l’étape 1 : On décroît λ1 vers 0 jusqu’à ce qu’il existe un dk tel que k rejoigne
∆(λ1).

— l’étape t < T : On continue de décroître λt vers 0. L’ensemble ∆(λt) peut
être changé par rapport à ∆(λt−1) car :
— un atome k qui n’appartenait pas avant à∆(λt−1) peut rejoindre mainte-

nant ∆(λt), par conséquent, wλt
lasso[k] ̸= 0.

— un atome k qui appartenait à ∆(λt−1) mais n’appartient pas à ∆(λt), par
conséquent, wλt

lasso[k] = 0.
— l’étape T : L’algorithme s’arrête quand λT = 0. Le problème LASSO pour

tout λ est alors résolu.

L’algorithme LARS explore l’ensemble des solutions de manière itérative, en ex-
plorant successivement les atomes les plus corrélés avec le résidu courant. Cepen-
dant, en cas de présence de groupe d’atomes corrélés, l’algorithme va avoir tendance
à sélectionner un atome par groupe, lésant l’exploration des solutions.

2.6 Décomposition parcimonieuse et méthodes de Monte Carlo

On peut aussi poser le problème dans le cadre probabiliste. Dans cette partie, les
méthodes deMonteCarlo par chaînes deMarkov [42] (MCMC) sont présentées pour
résoudre le problème.
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Initialisation : t← 0 ; θ(0) ∼ p0(θ) ;
pour t = 1 : T faire

t← t+1 ;
θ(t) ∼ K(θ | θ(t−1)) ;

fin pour
Algorithme 3 : Algorithme MCMC générique.

2.6.1 Principe des algorithmes MCMC

Les méthodes MCMC sont des méthodes qui permettent d’échantillonner selon
une distribution de probabilité p(.) donnée. Ces méthodes se basent sur la construc-
tion d’une chaîne de Markov {θ(t)}t=1:T qui est asymptotiquement distribuée selon
p(θ). On introduit tout d’abord un échantillon initial θ(0) distribué suivant p0(θ).
L’échantillonnage sera ensuite effectué en se basant sur un noyau Markovien appelé
aussi noyau de transition [42] K(θ | θ′). Ce noyau K(θ | θ′) doit respecter certaines
propriétés [42]. En particulier, le noyau est construit de telle façon que la distribution
invariante de la chaîne soit la distribution cible p(θ)∫

Θ

K(θ | θ′)p(θ′)dθ′ = p(θ),∀θ ∈ Θ. (2.10)

L’algorithme 3 donne un algorithme MCMC générique.

La densité empirique formée par les échantillons aléatoires θ(t) converge vers la
distribution cible p au fur et à mesure que t augmente. Ces échantillons sont ensuite
utilisés pour approximer des estimateurs. En pratique, on exclue d’abord une pre-
mière étape dite de chauffe (burn-in) avant de considérer que l’algorithme a atteint
un régime stationnaire où l’on a bien θ ∼ p.

2.6.2 Inférence bayésienne pour une décomposition parcimonieuse

Dans le cadre bayésien, le problème de décomposition parcimonieuse s’écrit sous
la forme d’une loi a posteriori :

p(w | y,D, σε) ∝ p(y | D,w, σε)p(w). (2.11)

La vraisemblance p(y | D,w, σε) est construite conformément au modèle (2.4). Le
bruit ε qui perturbe le signal est généralement gaussien i.i.d. de variance σ2

ε. La vrai-
semblance est alors une loi Normale d’espérance Dw et de variance σ2

ε :

p(y | D,w, σε) =
1

(2πσ2
ε)

P/2
exp

{
− 1

2σ2
ε

tr
[
(y−Dw)T(y−Dw)

]}
. (2.12)

Pour rappel, la dimension de y est L. La distribution p(w) s’appelle la loi a priori .

Pour résoudre le problème en utilisant les méthodes MCMC, on cherche à échan-
tillonner w selon p(w | y,D, σε). Ces échantillons sont ensuite utilisés pour ap-
proximer des estimateurs bayésiens tels que le maximum a posteriori (MAP) ou
l’espérance a posteriori du minimum de l’erreur quadratique moyenne (minimum
mean-square error MMSE).
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En particulier, on définit l’estimateur MAP comme étant le maximum a posteriori
du paramètre, donné par :

max
w

p(w | y,D, σε) (2.13)

ou bien max
w

p(y | D,w, σε)p(w) (2.14)

ou encore
max
w

log p(y | D,w, σε) + log p(w). (2.15)

qui est équivalent au problème :

min
w
− log p(y | D,w, σε)− log p(w). (2.16)

En comparant (2.16) avec l’expression des méthodes d’optimisation lorsque
p (w) ∝ exp (−λ∥w∥p), on l’opérateur MAP est ici donné par :

min
w
∥y−Dw∥22 + λ∥w∥p, (2.17)

on remarque que la loi a priori joue le rôle de la régularisation qui permet de favori-
ser la parcimonie. Dans la suite, différents types de loi a priori pour les coefficients
parcimonieux seront présentés.

Nous rappelons maintenant les deux algorithmes les plus couramment utilisés en
MCMC, que l’on retrouvera dans les autres chapitres :

— l’échantillonneur de Gibbs, basé sur des échantillonnages conditionnels,
— l’algorithmeMetropolis-Hastings, basé sur une procédure d’acceptation-rejet.

2.6.3 Échantillonneur de Gibbs

L’échantillonneur de Gibbs permet de générer un ensemble de variables aléatoires
suivant une loi cible sans utiliser directement son expression supposée difficile à ma-
nipuler, mais en utilisant les densités conditionnelles de chacune des variables aléa-
toires [42]. Dans notre cas, on cherche à échantillonnerw qui contientK coefficients.
Il est difficile de générer d’un blocw suivant la loi cible p(w | y,D, σε). L’algorithme 4
présente l’échantillonnage de Gibbs de p(w | y,D, σε) en générant alternativement
chaque élément wk selon la distribution conditionnelle p(wk | y,D,w ̸=k, σε).

Pour un nombre d’itérations suffisamment grand, chaque vecteur w généré peut
être considéré comme étant une réalisation de la loi a posteriori p(w | y,D, σε). Ces
échantillons sont ensuite utilisés pour construire des estimateurs.

2.6.4 AlgorithmeMetropolis-Hastings

L’algorithmeMetropolis-Hastings (MH) appartient aussi à la famille desméthodes
MCMC. La première version de l’algorithme a été introduite en 1953 [43] en consi-
dérant le cas particulier de la distribution de Boltzmann. Cette première version a
été beaucoup utilisée pour traiter des problèmes en physique statistique. En 1970,
l’algorithme a été généralisé par Hastings [44] au cas de n’importe quelle distribu-
tion.
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Initialisation : t← 0 ; w(0) ∼ p0(w) ;
répéter

t← t+1 ;
pour k = 1 : K faire
w

(t)
k ∼ p(wk | D, w

(t)
1 , . . . , w

(t)
k−1, w

(t−1)
k+1 , . . . , w

(t−1)
K , σε) ;

fin pour
jusqu’au critère d’arrêt.

Algorithme 4 : Échantillonnage de Gibbs de p(w | y,D, σε).

Initialisation : t← 0 ; w(0) ∼ p0(w)
répéter

t← t+1 ;
w̃ ∼ q(w̃ | w(t−1)) ;

a = min
(
1,

p(w̃ | y,D, σε)

p(w(t−1) | y,D, σε)

q(w(t−1) | w̃)
q(w̃ | w(t−1))

)
si a > U[0,1] alors
w(t) → w̃ ;

sinon
w(t) → w(t−1) ;

fin si
jusqu’au critère d’arrêt.

Algorithme 5 : L’algorithme Metropolis-Hastings avec une loi de proposition
indépendante des échantillons précédents.

La loi cible peut être connue à une constante multiplicative près, ce qui est souvent
le cas lorsque l’on calcule la densité a posteriori à l’aide du théorème de Bayes. Si l’on
ne sait pas simuler suivant cette loi, l’algorithmeMHpropose d’introduire à partir de
la loi cible un noyau de transition arbitraire que l’on appelle loi instrumentale ou aussi
loi de proposition à partir de laquelle on sait échantillonner. Le support de la loi de
proposition doit inclure le support de la loi cible, c’est-à-dire que la loi de proposition
ne doit pas être nulle sur le support de la loi cible.

L’algorithme 5 synthétise les étapes d’échantillonnage dewparMetropolis-Hastings.
Si w suit une loi cible p(w | y,D, σε), on introduit une loi instrumentale condition-
nelle q(w̃ | w).

A l’instant (t), on simule un échantillon aléatoire w̃ selon la loi de proposition. On
l’accepte ou le rejette à l’aide d’une procédure d’acceptation-rejet avec une probabilité
demouvementa. La loi de proposition peut être symétrique i.e. q(w̃ | w) = q(w | w̃).
Dans ce cas, l’expression de la probabilité de mouvement devient le rapport des lois
a posteriori :

a = min
(
1,

p(w̃ | y,D, σε)

p(w(t−1) | y,D, σε)

)
. (2.18)

On peut également choisir une loi de proposition indépendante des échantillons
précédents où q(w̃ | w) = q(w̃). L’expression de la probabilité de mouvement est
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dans ce cas :

a = min
(
1,

p(w̃ | y,D, σε)

p(w(t−1) | y,D, σε)

q(w(t−1))

q(w̃)

)
. (2.19)

Remarque : La chaîne peut prendre plusieurs fois la même valeur, les échantillons
successifs ne sont pas i.i.d..

2.6.5 Intérêt de l'inférence bayésienne

Dans les méthodes d’optimisation, par exemple basis pursuit denoising (cf. 2.4),
le choix du niveau de bruit (erreur de reconstruction) est important afin de choisir
un paramètre de régularisation λ compatible. Dans le cadre bayésien, nous pouvons
intégrer la variance du bruit aux variables du modèle. Non seulement w peut être
échantillonné, mais aussi le niveau de bruit en considérant une loi a priori . Un bruit
gaussien centré i.i.d. est souvent considéré pour lemodèle (2.4). Échantillonner le ni-
veau de bruit peut se comprendre comme échantillonner la variance σ2

ε. La variance
du bruit σ2

ε est maintenant considérée comme une variable aléatoire de loi a priori
p(σ2

ε). Le choix des lois a priori sera présenté dans la prochaine partie 2.6.6. La loi a
posteriori s’écrit maintenant

p(w, σε | y,D) ∝ p(y | D,w, σε)p(w, σ2
ε). (2.20)

En utilisant l’échantillonnage de Gibbs pour l’inférence par exemple, le problème
peut être résolu en échantillonnant alternativement selon

p(w | y,D, σε) ∝ p(y | D,w, σε)p(w) (2.21)
p(σ2

ε | y,D,w) ∝ p(y | D,w, σε)p(σ2
ε). (2.22)

2.6.6 Choix de la loi a priori

La loi a priori est le pendant Bayésien de la régularisation. Le choix peut d’abord
êtremotivé par une connaissance préalable du phénomène étudié. Ce choix peut éga-
lement résulter d’intérêts calculatoires, comme dans le cas des lois conjuguées. Dans
le cas où aucune connaissance préalable du système n’est disponible, on peut vouloir
choisir des lois les plus non informatives possibles. C’est par exemple le cas des lois
a priori de Jeffreys [45] qui sont construites en minimisant un critère d’information,
dit de Fischer. En particulier, le choix de lois non informatives peut amener à consi-
dérer des lois a priori impropres. Cependant il faut rester vigilant quant-au fait que
la loi a posteriori doit être propre.

L’inférence bayésienne s’appuie le plus souvent sur la loi a posteriori . Pour facili-
ter le calcul de p(σ2

ε | y,D,w), la loi a priori p(σ2
ε) est choisie de sorte que la loi a

posteriori et la loi a priori aient la même forme. On parle de lois conjuguées. Cette
stratégie sera souvent utilisée dans la suite, d’où l’importance de la famille exponen-
tielle. On suppose que le bruit est gaussien, centré. La loi conjuguée de sa variance
σ2
ε est une loi Inverse Gamma. La table 2.1 rappelle quelques autres exemples de lois

conjuguées.
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Vraisemblance Loi a priori Loi a posteriori
p(x | θ) p(θ) p(θ | x)
N (θ, σ2) N (µ; υ2) N (x/σ2 + µ/υ2; (1/σ2 + 1/υ2)−1)

Gamma(n, θ) Gamma(α; β) Gamma(α + n, β + x)
Binomial (n, θ) Beta(α; β) Beta(α + n, β + x)

Poisson(θ) Gamma(α; β) Gamma(α + x, β + 1)

Table 2.1 – Exemples de lois conjuguées.

2.6.7 Les lois a priori pour des coefficients parcimonieux

Cette partie présente des exemples de choix de la loi a priori sur la représentation
w pour favoriser la parcimonie.

2.6.7.1 Loi a priori impropre

Dans l’équation (2.2), pour favoriser la parcimonie, le problème posé utilise la
norme ℓ0 sur les coefficients. Quel type de loi a priori faut-il choisir sur les coef-
ficients pour correspondre à la norme ℓ0 ? Dans la partie 2.6.2, on a aussi vu que,
l’opposé du logarithme de la loi a priori est équivalent à la partie régularisation dans
lesméthodes d’optimisation (voir eq. (2.16) et eq. (2.17)). On peut imaginer chercher
une probabilité p(w) vérifiant :

− log p(w) = λ∥w∥0. (2.23)

Rappelons que w est un vecteur de tailleK . La potentielle loi p(w) ∝ exp(−λ∥w∥0)
est bien une mesure positive bornée à 1, mais son intégrale n’est pas définie :∫

RK

p(w)dw ⩾
∫
RK

exp(−λK)dw =∞ (2.24)

Ce n’est donc pas une mesure de probabilité. C’est ce type de mesure que l’on dé-
finit comme loi a priori impropre. L’utilisation de la loi impropre peut empêcher
l’inférence par des méthodes MCMC. Par contre, comme présenté dans 2.6.2, l’infé-
rence bayésienne se base sur la loi a posteriori , qui n’a généralement besoin d’être
connu qu’à une constante multiplicative près. Il suffit ainsi que la loi a posteriori soit
propre pour pouvoir utiliser les méthodes MCMC. Dans notre cas, la vraisemblance
p(y | D,w, σε) est construite conformément aumodèle (2.4) où le bruit est générale-
ment supposé gaussien i.i.d. La vraisemblance est donc une loi normale d’espérance
Dw et de variance σ2

ε. On peut alors montrer que∫
RK

p(y | D,w, σε)p(w)dw < +∞. (2.25)

Par conséquent la loi a posteriorip(w | y,D,w, σε) ∝ p(y | D,w, σε)p(w) est propre.

2.6.7.2 Loi de Laplace

Lanorme ℓ0 dew est souvent remplacée par la norme ℓ1 dans lesméthodes d’optimi-
sation. Du point de vue probabiliste, l’utilisation de la norme ℓ1 correspond à la
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log-vraisemblance de coefficients donc à une loi a priori Laplacienne. Le vecteur w
contenant K éléments est supposé laplacien i.i.d. : w ∼ Laplace(0, 1

λ
).

p(w) =
K∏
k=1

p(wk) (2.26)

avec p(wk) =
λ
2
exp(−λ | wk |). Le neg-logarithme de p(w) obtenu est donc :

− log p(w) ∝ λ

K∑
k=1

|wk| ∝ λ∥w∥1. (2.27)

2.6.7.3 Mélange de gaussiennes

Les modèles probabilistes permettent de proposer de nombreuses approches. Un
exemple est une loi a priori de type mélange de gaussiennes qui a été proposé par
Olshausen et Millman [46] pour modéliser w.

p(w | π) =
K∏
k=1

πkNk(0, σ
2
1,k) + (1− πk)Nk(0, σ

2
2,k) (2.28)

où l’indicateur binaire πk ∈ {0, 1} indique le choix entre les deux distributions gaus-
siennes : Nk(0, σ

2
1,k) et Nk(0, σ

2
2,k) avec σ2

1,k ≫ σ2
2,k. La première gaussienne a une

grande variance afin de modéliser les coefficients de poids forts tandis que les coeffi-
cients de poids faibles sont modélisés par la deuxième gaussienne de petite variance.
Les poids πk favorisent d’autant plus la parcimonie qu’ils sont proches de 0.

2.6.7.4 Modèle Bernoulli-gaussien

En faisant tendre σ2
2,k vers 0, on obtient le modèle Bernoulli-gaussien qui régula-

rise un a priori de type gaussien sur les coefficients en ajoutant une masse ponctuelle
en zéro par l’intermédiaire d’une loi Bernoulli. Soitw = (z, s), une variable aléatoire
sur {0, 1} × R. z est une variable Bernoulli i.i.d de paramètre π.

P (z = 1) = 1− P (z = 0) = π. (2.29)

s est une variable gaussienne i.i.d. centrée et de variance σ2
s .

s ∼ N (0, σ2
s IK). (2.30)

z et s sont des vecteurs de taille K et w = z ⊙ s et ⊙ est le produit terme à terme.
Quand zk = 1, le coefficient wk utilisé pour coder le signal sera sk, sinon wk sera 0
quand zk = 0, d’où :

p(w | π, σ2
s ) =

1

(2πσ2
s )

K/2
exp

{
− 1

2σ2
s
tr
[
sTs
]} K∏

k=1

(πk)
zk(1− πk)

zk . (2.31)

Ce modèle servira de point de départ au modèle IBP-DL présenté dans le chapitre 7.

Remarque : On peut aussi ajouter π dans le modèle en ajoutant un loi a priori , par
exemple une loi Bêta conjuguée. Dans ce cas, on regarde la loi jointe a posteriori de w
et π.
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2.7 Discussion

Il existe aussi d’autres méthodes de décomposition et des méthodes hybrides ba-
sées sur les méthodes ci-dessus que l’on ne présente pas dans ce document. Ce cha-
pitre n’est qu’un aperçu global des représentations parcimonieuses. Comme discuté
dans l’introduction, le dictionnaire D a une très grande influence sur la qualité de
la décomposition et la parcimonie du signal. En effet, si le dictionnaire ne contient
pas du tout ou très peu d’atomes adaptés aux structures présentes dans le signal, la
décomposition sera mauvaise quelle que soit la méthode choisie. Réciproquement,
lors de l’apprentissage d’un dictionnaire, l’efficacité de la procédure d’apprentissage
pourra être impactée par la méthode de décomposition parcimonieuse choisie.

Un objectif important de cette thèse est de contribuer à répondre à la question
fondamentale suivante : Comment construire un dictionnaire optimal ? Cette notion
d’optimalité doit être définie par rapport à un critère. Dans cette thèse, le critère
est d’obtenir la meilleure reconstruction dans les problèmes inverses notamment en
traitement d’image. On évalue la pertinence des dictionnaires dans le chapitre 8 en
étudiant leur performances de reconstruction d’images détériorées.





CHAPITRE3
Apprentissage de Dictionnaire

Le chapitre précédent a présenté plusieursméthodes d’estimation parcimonieuse des
cœfficients de décomposition sur un dictionnaire donné.Mais au delà du critère et de
l’algorithme utilisés, le choix du dictionnaire conditionne aussi la qualité et le niveau
de parcimonie d’une décomposition. Dans ce chapitre, en plus de l’estimation des
cœfficients de la décomposition, nous nous intéressons à la façon de construire le
dictionnaire favorisant aumieux la parcimonie. Cette étape est appelée apprentissage
de dictionaire, où Dictionnairy Learning (DL) en anglais.

3.1 Analyse en Composantes

Les méthodes dites d’Analyse en Composantes sont un recueil de techniques qui
consiste à apprendre une base adaptée à un jeu de données selon un critère. Ces mé-
thodes sont en particulier utilisées pour faire de la réduction de la dimension.

3.1.1 Analyse en Composantes Principales

L’Analyse en Composantes Principales (ACP) ou en anglais Principal Component
Analysis (PCA) [47] est un outil classique de traitement de signal qui consiste à ap-
prendreune base orthonormale à partir des données. Cetteméthode est généralement
suivie d’une étape de réduction de la dimension de ces données. Bien que l’ACP nous
donne une base orthonormale, sans lien avec la parcimonie, elle fournit une première
notion de l’apprentissage de dictionnaire. Les coefficients sont obtenus par la projec-
tion des données sur cette base.

Soit Y ∈ RL×N , un nuage de N points dans un espace de dimension L. L’ACP
consiste à projeter ces points sur un sous-espace à K dimensions (avec K ≤ L)
choisi de façon à minimiser l’erreur de reconstruction quadratique. Soit une matrice
de données centréesY. Sa matrice de covariance empirique estΣ = 1

N
YYT ∈ RL×L.

Nous voulons projeter linéairement yi ∈ RL i.e.

wi = DTyi sous contrainte DTD = IL, (3.1)

où les vecteurs de D sont orthogonaux 2 à 2 : dTj dk = δj,k , ∀j, k. Pour reconstruire
yi on distingue deux cas :

— K = L : il s’agit d’un changement de base, et donc pas de réduction de dimen-
sion, pas de perte d’information. En particulier,D est inversible etD−1 = DT.
Dans ce cas Dwi = DDTyi et yi = Dwi.

— K < L, i.e. réduction de dimension, la reconstruction de yi est faite par
l’approximation. ŷi ≈ Dwi, ou encore, ŷi ≈ DDTyi.

23
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L’ACP définit le projecteurD quiminimise l’erreur quadratique d’approximation :

D = argmin
D∈RL×K

1

N

N∑
i=1

∥yi −DDTyi∥
2 où K < L. (3.2)

Ceci revient à maximiser par rapport à D la variance DTΣD des points projetés.
On cherche ainsi à trouver les K vecteurs qui portent le maximum de variance des
données. On peut montrer qu’il s’agit des K vecteurs propres associés aux K plus
grandes valeurs propres de la matrice de covariance empirique Σ.

Dans l’ACP les composantes principales calculées sont estimées à partir de la ma-
trice de covariance empirique. D’un point de vue probabiliste, quand la densité de
distribution des données est gaussienne, l’ACP impose la contrainte d’indépendance
aux statistiques d’ordre deux.
Cela est toutefois un inconvénient lorsque les données ne sont pas distribuées de
façon Gaussienne. La section suivante présente une autre méthode qui relâche la
contrainte d’orthogonalité et va plutôt chercher à trouver une famille de cœfficients
indépendants.

3.1.2 Analyse en Composantes Indépendantes

L’ACP fournit une matrice orthogonale qui définit un ensemble de directions se-
lon lesquelles les composantes sont décorrélées. Ces directions sont définies à une
rotation près, et ne correspondent pas nécessairement à des composantes indépen-
dantes aux ordres supérieurs à 2 lorsque les distributions sous-jacentes ne sont pas
gaussiennes. L’ICA (Independent Component Analysis) [48] cherche précisément
à identifier des directions indépendantes, souvent à partir d’observations non gaus-
siennes qui ont au préalables été blanchies grâce à une ACP. Il s’agit alors d’identifier
une matrice orthogonale (donc de rotation) telles que les composantes des don-
nées projetées sur les colonnes de cette matrice soient indépendantes (et non gaus-
siennes).

Une approche classique consiste à identifier des composantes minimisant leur in-
formation mutuelle. Soit y une observation. On cherche une matrice orthogonale
DT telle que les composantes de w = DTy où w = (wk)k=1,K soit indépendantes. Si
p(w) est la densité de probabilité de w, on note H(w) l’entropie différentielle d’une
variable aléatoire :

H(w) = −
∫

p(w) log p(w)dw (3.3)

On montre alors que l’information mutuelle entre ces composantes est telle que :

I(w) =
K∑
k=1

H(wk)−H(w) =
K∑
k=1

H(wk)−H(y) (3.4)

La quantité I(w) s’interprète comme la divergence de Kullback-Leibler entre la den-

sité jointe g(w) et sa version factorisée
K∏
k=1

gk(wk). Il y a égalité lorsque les com-

posantes wk sont indépendantes. Il apparaît que l’objectif de l’ICA est d’identifier la
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matriceDT qui minimise I(w), c’est-à-dire qui minimise la somme des entropies in-
dividuelles des composantes wk. Cela revient à identifier les composantes les moins
gaussiennes puisque la distribution gaussienne est aussi la distribution d’entropie
maximale.

Plusieurs approches ont été proposées pour résoudre ce problème [49, 50], éven-
tuellement en approchant l’écart à la gaussienne par la mesure de la kurtosis (mo-
ments d’ordre 4). On obtient alors une factorisation de matrice impliquant une ma-
trice orthogonale (donc non redondante) maximisant l’indépendance entre les co-
lonnes. Ce type d’approches est particulièrement pertinent en séparation de sources.

3.2 Apprentissage de dictionnaire en traitement d'image

L’image est un ensemble de données. En traitement d’image, chaque donnée est en
général une imagette (ou patch) [4]. SoitY = [y1, ..., yN ] ∈ RL×N , un ensemble deN
patches extraits d’une image. Chaque yi représente un patch de taille

√
L×
√
L rangé

par ordre lexicographique dans un vecteur colonne de dimension RL. Les patches
sont souvent de taille 8 × 8 [4]. Par exemple, avec une image de taille 256 × 256,
on a N = 62001 de patches 8 × 8 chevauchants (overlapping) ou N = 255025
pour une image de taille 512 × 512. L’idée est de chercher à décomposer de ma-
nière parcimonieuse des patchs d’image sur un ensemble redondant d’atomes. Cet
ensemble s’appelle dictionnaire où l’atome a même taille qu’une patch. En résumé,
on cherche à apprendre un dictionnaire redondant pour représenter l’image de fa-
çon parcimonieuse. Un dictionnaire est dit redondant si sa taille est supérieure à la
dimension de l’espace dans lequel vivent les données. Plusieurs travaux proposent
alors d’apprendre un dictionnaire redondant où le nombre d’atomesK est supérieur
à la dimension L de l’espace depuis les travaux de [2]. Le plus souvent dans la litté-
rature, un dictionnaire de K = 256 ou 512 atomes est appris [4, 7, 51].

La figure 3.1 illustre l’exemple de la localisation des patches d’une image et son
dictionnaire appris à partir de la méthode IBP-DL [25] qui va être présenté au cha-
pitre 7. Nous cherchons à représenter Y par une combinaison linéaire W d’atomes,
notés D. L’apprentissage de dictionnaire revient à factoriser la matrice des observa-
tions sous la forme du produit de deux matrices :

Y ≈ DW (3.5)

où D = (d1, ..., dK) ∈ RL×K que nous voulons apprendre est la matrice de dic-
tionnaire dont les vecteurs colonnes sont les K atomes du dictionnaire. La matrice
des cœfficients est W = [w1, ...,wN ] ∈ RK×N . Chaque vecteur colonne wi encode
la représentation parcimonieuse de chaque observation yi sur D. Chaque atome dk
du dictionnaire est normalisé, c’est-à-dire de norme ℓ2 unitaire : ∥dk∥2 = 1,∀k =
1, . . . , K Afin de trouver la meilleure représentation parcimonieuse, le problème de
l’équation (3.5) consiste à trouver D et W en minimisant l’erreur de reconstruction
et en respectant le contrainte de parcimonie. Le problème est par exemple :

min
D,W
∥Y−DW∥2F sous contraintes ∥wi∥0 ≤ T0 ∀i et ∥dk∥2 = 1 ∀k (3.6)

où T0 ∈ N∗, ∥.∥F est la norme de Frobenius, i = 1, . . . , N , k = 1, . . . , K .
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(a)Patches extraits sur l’image (b)Dictionaire : 150 atomes

Figure 3.1 – (a) L’image et sa segmentation en patches, (b) son diction-
naire appris à partir de la méthode IBP-DL avec des atomes
ordonnés par contribution décroissante. Les deux figures
sont représentées à la même échelle.

Initialisation : t← t+1 ; D(0) ;
répéter

t← t+1 ;
w(t)

i = argmin
wi

∥y−D(t−1)wi∥22 sous contrainte ∥wi∥0 ≤ T0 ∀i

D(t) = argmin
D
∥Y−DW(t)∥2F sous contrainte ∥dk∥2 = 1 ∀k

jusqu’au La convergence est atteinte
Algorithme 6 : Principe des algorithmes d’apprentissage de dictionnaire par
optimisation alternée.

L’algorithme 6 présente le principe des algorithmes d’apprentissage de diction-
naire par optimisation alternée qui se basent sur deux étapes :

1. Dans l’étape 1, en fixant le dictionnaire, les coefficients sont mis à jour en
respectant les contraintes de parcimonie. Il s’agit des méthodes de décompo-
sition parcimonieuse présentées dans le chapitre 2.

2. L’étape 2 consiste la mise à jour du dictionnaire où les coefficients sont fixés.

Dans la suite, plusieurs méthodes d’apprentissage de dictionnaire seront présen-
tées. Dans ces méthodes, le critère d’arrêt peut par exemple être un nombre maxi-
mum d’itérations fixé, une erreur de reconstruction à atteindre ou un test sur la
convergence de cette erreur.

3.2.1 Algorithme de descente de gradient

Les dictionnaires redondants ont été introduit par Olshausen et Field en 1996 [2].
Dans leurs premiers travaux [2, 52] sur l’apprentissage de dictionnaire redondant, la
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mise à jour des coefficients et du dictionnaire repose sur une descente de gradient. La
normalisation du dictionnaire est effectuée après sa mise à jour, elle n’est pas incluse
dans le critère. Chaque atome du dictionnaire est multiplié par un facteur qui permet
à tous les coefficients d’être de variance unité.

3.2.2 Méthode des Directions Optimales

La méthode de directions optimales [53] ou en anglais Method of Optimal Direc-
tions, (MOD) permet d’apprendre itérativement le dictionnaire. Pour chaque itéra-
tion, la mise à jour des coefficients parcimonieuse est typiquement réalisée avec un
algorithme de poursuite par exempleMPouOMP (c.f 2.2). Lamise à jour du diction-
naire est faite globalement sur l’ensemble du dictionnaire. Cela consiste à minimiser
l’erreur quadratique : min

D
∥Y − DW∥2F . Pour cela, MOD propose d’évaluer le dic-

tionnaire à l’itération t de la manière suivante :

D(t) = D(t−1) +∆ (3.7)

où ∆ est une matrice qui contient les vecteurs de réglage optimaux correspondant
aux directions optimales pour la mise à jour du dictionnaire. D’après les calculs dé-
taillés dans [54, 55] l’expression de ∆ est :

∆ = RW(t−1)T(W(t−1)W(t−1)T)−1 (3.8)

où R est la matrice de résidu et R = Y−D(t−1)W(t−1).

L’équation (3.7) maintenant devient :

D(t) = D(t−1) + (Y−D(t−1)W(t−1))W(t−1)T(W(t−1)W(t−1)T)−1

= D(t−1) + (YW(t−1)T −D(t−1)W(t−1)W(t−1)T)(W(t−1)W(t−1)T)−1

= D(t−1) + (YW(t−1)T(W(t−1)W(t−1)T)−1 −D(t−1))

= YW(t−1)T(W(t−1)W(t−1)T)−1 (3.9)

La solution est resemble à la solutiondesmoindres carrés oùW(t−1)T(W(t−1)W(t−1)T)−1

est la pseudo-inverse de W(t−1). Ensuite, les colonnes du dictionnaire sont normali-
sées. On remarque aussi que dans le cas où le dictionnaire contient un grand nombre
d’atomes, c’est-à-dire K est très grand l’inversion matricielle de WWT (de taille
K ×K) devient numériquement coûteuse.

3.2.3 Algorithme K-SVD

L’algorithmeK-SVD [7, 56] propose de résoudre l’équation (3.6) enmettant à jour
alternativement le dictionnaire et les coefficients d’encodage associés. Le principe
est de fixer d’abord le dictionnaire D et d’estimer la matrice des coefficients W par
approximation parcimonieuse. Cette étape est appelée étape de codage parcimonieux
(Sparse Coding Stage) dans laquelle on cherche à résoudre par exemple :

min
W

N∑
i=1

∥yi −Dwi∥2F sous contrainte ∥wi∥0 ≤ T0 , ∀i. (3.10)
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Les algorithmes de poursuite (c.f 2.2) ont été proposées pour aborder le problème.
Par exemple la méthode à base d’Orthogonal Matching Pursuit (OMP) a été utilisé
dans [56] pour une application de débruitage en utilisant K-SVD. La norme ℓ0 est
non-convexe (voir 2). La solution obtenue peut correspondre à un minimum local.
Il existe des méthodes qui choisissent d’approximer la norme ℓ0 par la norme ℓ1.

La seconde étape s’appelle Codebook Update ou mise à jour du dictionnaire. Le
support de W est conservé, le dictionnaire D et les coefficients non nuls de W sont
mis à jour en utilisant la première composante de la SVD du terme d’erreur, sous
contrainte que chaque atome soit normalisé.

min
D
∥Y−DW∥2F . (3.11)

Dans cette étape, l’algorithme K-SVD va optimiser successivement chaque atome dk
dudictionnaire indépendamment des autres. Pour rappel,wj,: est le jème vecteur ligne
de matriceW (ce n’est pas wj qui est le jème vecteur colonne de matriceW). Et ∥.∥F
désigne la norme de Frobenius. Soit E̸=k l’erreur de reconstruction sans compter
l’utilisation de l’atome k. La fonction objectif de l’équation (3.11) peut être réécrite
de la manière suivante :

∥Y−
K∑
j=1

djwj,:∥2F = ∥Y−
K∑
j=1
j ̸=k

djwj,: − dkwk,:∥2F = ∥E̸=k − dkwk,:∥2F . (3.12)

K-SVD propose de définir rk les indices des données associées à l’atome k (c’est à
dire des coefficients non nuls).

rk = {i | 1 ≤ i ≤ N,wk,:(i) ̸= 0}. (3.13)

Soit mk le nombre de données associées à l’atome k. Soit Ωk une matrice de taille
N × mk, pour t ∈ [1,mk], Ωk(rk(t), t)=1 et 0 si non. On obtient le vecteur ligne
contenant des coefficients non nuls associés à l’atome k :wr

j,: = wj,:(rk) = wj,:Ωk. La
matrice qui ne contient que des données utilisant l’atome k : Yr

k = Y(:, rk) = YΩk.
De lamêmemanière, on obtientEr

̸=k = E̸=k(:, rk) = E̸=kΩk. La décomposition SVD
de Er

̸=k = U∆VT. La façon de mettre à jour dk et wr
j,: est :

— dk est la première colonne de U, la norme ℓ2 de dk est donc égale à 1 ;
— wr

j,: est la première colonne de V multiplié par ∆(1, 1).

Certaines méthodes basées sur K-SVD comme EK-SVD[11], Sub clustering K-
SVD[12] ou Stagewise K-SVD[13] suggèrent une augmentation ou une diminution
de la taille du dictionnaire afin de déterminer automatiquement le nombre efficace
d’atomes du dictionnaire. L’apprentissage d’un dictionnaire de taille adaptative a ré-
cemment été proposé par la méthode DLENE[14]. Deux atomes initiaux sont récur-
sivement améliorés en visant un compromis entre l’erreur de reconstruction et la
parcimonie de la représentation.

3.2.4 Approches bayésienne et méthodes de Monte-Carlo

L’apprentissage de dictionnaire par des approches bayésiennes a été étudié dans
unemoindremesure. Dans le cadre Bayésien, le dictionnaireD estmaintenant consi-
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déré comme une variable aléatoire. La recherche d’un dictionnaire et d’une représen-
tation parcimonieuse amène l’écriture d’une loi de probabilité a posteriori . Les mé-
thodes de Monte Carlo par chaines de Markov (MCMC) peuvent être utilisées afin
d’échantillonner suivant cette loi. Le modèle d’analyse des facteurs de processus bêta
(Beta Process Factor Analysis, BPFA) [51] propose une approche de la famille bayé-
sienne pour l’apprentissage de dictionnaire. Cette approche introduit une loi a priori
de type Bêta-Bernoulli sur le support des représentations pour favoriser la parcimo-
nie. Pour rappel, unematrice d’observationY ∈ RL×N contient N vecteurs colonnes
yi avec i = 1, . . . N . Ces observations sont perturbées par un bruit gaussien i.i.d ε.
Afin de retrouver les observations nettes (sans bruit), on veut décomposer Y sous la
forme :

Y = DW+ ε (3.14)

où ε de taille L×N est le bruit additif,D de taille L×K est le dictionnaire etW de
taille K × N est la représentation parcimonieuse sur D. Le modèle BFFA est décrit
par :

yi = Dwi + εi (3.15)
εi ∼ N (0, σ2

εIL) (3.16)
dk ∼ N (0, L−1IL), ∀k = 1, . . . , K (3.17)
wi = zi ⊙ si, (3.18)
si ∼ N (0, σ2

sIK), (3.19)

zi
i.i.d∼

K∏
k=1

Bernoulli(πk) (3.20)

π
i.i.d∼

K∏
k=1

Beta(a/K, b(K − 1)/K) (3.21)

où πk est le kème élément de π, I représente la matrice identité. Il est à noter que ce
modèle inclut un bruit Gaussien sphérique additif, et les a priori sur dk et si sont des
lois normales. Ici, la représentation parcimonieuse contient deux parties :

— le support des représentations Z qui est une matrice binaire,
— la valeur des coefficients S qui est une matrice réelle.

L’opérateur ⊙ est le produit matriciel de Hadamard qui est le produit terme à
termedes deuxmatrices demêmes dimensions.Dans l’esprit de la loi a prioriBernoulli-
Gaussienne présentée dans 2.6.7.4, la parcimonie deW est induite par celle de la ma-
trice Z. Quand Z(k, i) vaut 0, W(k, i) vaut 0, quand Z(k, i) vaut 1, W(k, i) prend la
valeur de S(k, i).Z suit de plus ici une loi a prioriBêta-Bernoulli et nonpas seulement
Bernoulli. C’est-à-dire, une loi a priori Bêta est choisie pour les poids (les probabili-
tés d’utilisation) des atomes. Il est à noter que les lois a priori de type Bêta des para-
mètres des lois de type Bernoulli constituent une famille conjuguée. Chaque atome
dk du dictionnaire D est de taille L. Le modèle impose la variance σ2

D de D à 1/L
en raison de problème l’indétermination du couple (D,W) à un facteur multiplicatif
près.

Comme cela a été détaillé section 2.6.5, l’intérêt d’utiliser l’inférence bayésienne
est entre autres de pouvoir négliger la connaissance du niveau de bruit. Le niveau de
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bruit sera ainsi conjointement échantillonné en choisissant une loi a priori conjuguée
pour sa variance. La variance des coefficients σ2

S , le vecteur des poids des coefficients
πk seront aussi échantillonnés. Le problème est écrit maintenant sous la forme d’une
loi a posteriori :

p(D,Z, S, π, σS, σε | Y) (3.22)

L’échantillonnage de Gibbs est utilisé pour mettre à jour alternativement les pa-
ramètres et les variables du modèle :

1. La loi a posteriori de chaque atome dk est donnée par :

p(dk|Y,D−k,Z, S, σε) ∝
N∏
i=1

N (yi;Dwi, σ
2
εIL)N (dk; 0, L−1IL) (3.23)

∝ N (µdk ,Σdk) (3.24)

où
Σdk = (σ−2

D IL + σ−2
ε

N∑
i=1

w2
ki)

−1

µdk = σ−2
ε Σdk

N∑
i=1

wki(yi −
K∑
j ̸=k

djwji)
(3.25)

2. Chaque élément zki du support des représentations Z est échantillonné selon
la loi a postériori suivante :

p(zki|Y,D,Z−ki, S, σε, πk) ∝ N (yi;D(zi ⊙ si), σ2
ε)P (zki|πk) (3.26)

Les probabilités a posteriori de zki = 0 ou 1 sont proportionnelles à (p0, p1)
définis par

p0 = 1− πk

p1 = πk exp

[
− 1

2σ2
ε
(s2kid

T
k dk − 2skidTk (yi −

K∑
j ̸=k

djzjisji)

]
(3.27)

zki peut être tiré selon la distribution de Bernoulli suivante :

zki ∼ Bernoulli
(

p1
p0 + p1

)
. (3.28)

3. La loi a posteriori de chaque élément ski de S est donnée selon (3.29) :

p(ski|Y,D,Z, S−ki, σε, σS) ∝ N (yi;D(si ⊙ zi), σ2
εIL)N (si; 0, σ2

SIK)
(3.29)

∝ N (µski ,Σski) (3.30)

où

zki = 1⇒


Σski = (σ−2

ε dTk dk + σ−2
S )−1

µski = σ−2
ε Σskid

T
k (yi −

K∑
j ̸=k

djwji)

zki = 0⇒
{

Σski = σ2
S

µski = 0

(3.31)
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4. Le vecteur des poids des atomes π peut être échantillonné aussi. On peut
montrer que la loi a postériori de chaque élément πk est une loi Bêta.

p(πk|a, b, zk,:) ∝
N∏
i=1

Bernoulli(zki; πk) Beta(πk; a/K, b(K − 1)/K)

(3.32)

∝ Beta

(
a/K +

N∑
i=1

zki, b(K − 1)/K +N −
N∑
i=1

zki

)
(3.33)

où zk,: est bien le kème vecteur ligne de la matrice Z.
5. La variance des coefficients σ2

S a une loi a priori conjuguée de type Inverse
Gamma (c.f 2.6.5). Pour simplifier, la loi a postériori de l’inverse de la variance
s’appelant aussi la précision des coefficients 1

σ2
S

sera calculée. La loi a priori
de la précision est donc de type Gamma.

p(
1

σ2
S

|c, d, S) ∝
N∏
i=1

N (si; 0, σ2
SIK) Gamma(

1

σ2
S

; c, d) (3.34)

∝ Gamma

(
c+

KN

2
, d+

1

2

N∑
i=1

sTi si

)
(3.35)

6. Idem pour la variance du bruit σε, la loi a posteriori de la précision du bruit
est :

p(
1

σ2
ε

|e, f,Y,D,W) ∝
N∏
i=1

N (yi;Dwi, σ
2
εIL) Gamma(

1

σ2
ε

; e, f) (3.36)

∝ Gamma

(
e+

LN

2
, f +

1

2

N∑
i=1

∥yi −Dwi∥22

)
(3.37)

Le modèle d’analyse des facteurs de processus bêta (Beta Process Factor Analysis,
BPFA) [51] est un dans des premières dans des premiers travaux àl’interface entre
les modèles bayésiens non paramétriques et le traitement de signal et des images.
Cependant, malgré le titre de l’article qui annonce une approche non paramétrique,
il s’agit en fait d’une approximation paramétrique de l’IBP, car elle fonctionne avec
un nombre d’atomes fixé à l’avance.

3.3 Discussion

Il existe une connaissance implicite dans lesméthodes présentées ci-dessus, c’est le
nombre d’atomesK du dictionnaire. Il est cependant naturel de se demander s’il est
possible d’estimer le nombre d’atomeK , i.e. sans le fixer en avance? Le plus souvent
dans la littérature, un dictionnaire deK = 256 ou 512 atomes est appris [4, 7, 51]. Il
est à noter que dans la plupart des méthodes d’optimisation, non seulement la taille
du dictionnaire est fixée en avance, mais le niveau de bruit σε est aussi connu.
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Les approches bayésiennes permettent tout d’abord de ne pas fixer à l’avance le ni-
veau de bruit et de le considérer comme une variable aléatoire selon une loi a priori.
Il est ensuite échantillonné suivant la loi a posteriori . De plus, en utilisant les ap-
proches bayésiennes non paramétriques, la taille K du dictionnaire peut aussi être
inférée.

Il existe une connexion entre le modèle BPFA [51] et les approches Bayésiennes
non paramétriques. Malgré cette connexion, cela correspond à une approximation
paramétrique du processus non paramétrique appelé Buffet Indien [57, 58] puisque
cette approche fonctionne avec un (grand) nombre d’atomes, fixé à l’avance.

Une approche bayésienne non paramétrique considère que le dictionnaire est po-
tentiellement de taille infinie mais on introduit un a priori contrôlant le nombre
d’atomes et également favorisant la parcimonie de la représentation. Elle permet de
développer desméthodes d’apprentissage de dictionnaire sans fixer à l’avance la taille
du dictionnaire et de commencer avec un dictionnaire vide au départ. Ses proprié-
tés ouvrent des perspectives prometteuses et encore peu explorées en traitement du
signal et des images.

Le but de cette thèse est d’étudier les approches bayésiennes non paramétriques
afin de proposer uneméthode d’apprentissage de dictionnaire vraiment non paramé-
trique, dans le sens où aucun paramètre ne doit être fixé en avance. Tout sera estimé
lors de l’inférence, la taille du dictionnaire incluse. Le prochain chapitre introduira
les approches bayésiennes non paramétriques.

Notons au passage qu’il est possible d’ajouter des contraintes de positivité lors
de l’apprentissage de dictionnaire. Par exemple, on est amené en traitement des si-
gnaux audios à travailler avec des spectrogrammes qui représentent la répartition de
l’énergie d’un signal sur les fréquences au cours du temps. Dans ce cas, une approche
de factorisation en matrice non-négative (NMF) est parfois proposée [59, 60].



CHAPITRE4
Processus de Dirichlet à mélange

Le processus de Dirichlet est vu comme le processus fondateur de l’approche bayé-
sienne non paramétrique [15, 61]. L’intérêt du processus de Dirichlet est connu dans
les approches de classification [61–65].
Dans le cas de la classification non supervisée, les données sont vues comme des réa-
lisations indépendantes d’une distribution inconnue souvent définie comme un mé-
lange fini de gaussiennes de paramètres inconnus. Chaque mode du mélange corres-
pond à une classe (cluster) différente. On cherche à estimer ces paramètres qui sont
inconnus mais de dimension finie fixée par le nombre de classes choisi à l’avance. Le
choix de la dimension des paramètres (lié au nombre de clusters) n’est pas toujours
simple pour un modèle paramétrique.
Pour éviter ce choix souvent restrictif, les approches bayésiennes non paramétriques
considèrent le nombre de clusters comme potentiellement infini en introduisant des
lois a priori sur des espaces fonctionnels. Nous détaillerons cette approche pour le
processus de Dirichlet à mélange.

4.1 Avant propos

Nous commençons par introduire le processus deDirichlet de façon intuitive comme
limite d’unmodèle demélange où le nombre de composantes tend vers l’infini. Nous
procéderons à une définition plus formelle dans la section suivante. Soit y1 . . . yN N
observations tirées d’une densité inconnue F . On suppose à priori que F est un mé-
lange fini de gaussiennes N (µk, σ

2
k) où πk, µk et σ2

k sont respectivement les poids,
moyennes et variances inconnus de chaque composante. Notons zn = [z1n . . . zKn]
la suite de variables latentes indiquant à quelle composante dumélange l’observation
yn est associée. On introduit alors le modèle hiérarchique [16]

π1 . . . πK ∼p
z1n . . . zKn | π1 . . . πK ∼Mult(π1 . . . πK)

µk, σ
2
k ∼G0

yn | zn,
{
µk, σ

2
k

}
∼N (yn | µk, σ

2
k),

où G0 est la mesure de base sur les paramètres de moyenne et de variance. F s’écrit
alors marginalement

F (·) =
∫
N (· | µ, σ2)G(dµdσ2),

et où G est l’objet G(·) | π1 . . . πK , µ1 . . . µK , σ
2
1 . . . σ

2
K =

∑K
k=1 πkδµk,σ

2
k
(·). Si l’on

fait maintenant tendre K vers l’infini, on peut montrer que G reste défini. C’est cet

33
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objet que l’on appellera processus de Dirichlet à Mélange (DPM). Le processus de
Dirichlet sera alors décrit par une loi de probabilité sur les mesures aléatoires G.

4.2 Processus de Dirichlet (DP)

4.2.1 Loi de Dirichlet

Avant de parler du processus de Dirichlet, rappelons tout d’abord la définition
et les propriétés de la distribution de Dirichlet. La distribution de Dirichlet est une
généralisation de la loi Bêta. Pour rappel, les familles de lois Bêta et multinomiales
sont conjuguées (cf. Table 2.1). On peut définir la famille des lois de Dirichlet comme
la conjuguée de la famille des lois Multinomiales.

Définition 4. Un vecteur aléatoire π = [π1, π2, . . . , πK ] à valeur dans le simplexe de
RK :

∆K =

{
[π1, π2, . . . , πK ]; πk > 0, k = 1, 2, . . . , K;

K∑
k=1

πk = 1

}
(4.1)

suit une loi de Dirichlet de paramètres α1, α2, . . . , αK > 0 si sa densité de probabilité
par rapport à la mesure de Lebesgue s’écrit :

Γ(
K∑
k=1

αk)

K∏
k=1

Γ(αk)

K∏
k=1

παk−1
k . (4.2)

Remarque : Si π = (π1, . . . , πK) suit une loi de Dirichlet, notée

π ∼ Dir(α1, . . . , αK), (4.3)

alors les K–1 premières composantes de π possèdent la distribution définie précé-
demment et π vérifie

πK = 1− π1 − · · · − πK−1. (4.4)

Remarque : Quand K vaut 2, on retrouve une loi Bêta de paramètres (α1, α2) sur
l’équation (4.2). C’est pourquoi on parle d’une généralisation de la loi Bêta.

La figure 4.1 illustre un exemple de densités de la loi Dirichlet. Plus les α sont
grands, au sens plus ∥α∥∞ est grand, plus la densité de la loi Dirichlet se concentre
autour d’un ”pic”.

Propriété 1. Soit π = (π1, . . . , πK) une variable aléatoire distribuée suivant une loi

de Dirichlet de paramètre (α1 . . . αK). Notons α =
K∑
i=1

αi . Alors :

E[πk] =
αk

α
(4.5)

Var[πk] =
αk(α− αk)

α2(α + 1)
. (4.6)
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Figure 4.1 – Illustration des densités de Dirichlet avec K=3, dans le cas
où (a) α =[3 5 4] et (b) α =[30 50 40]

4.2.2 Définition du processus de Dirichlet

Le processus de Dirichlet peut s’interpréter comme une généralisation de la loi
de Dirichlet au cas où K est infini [16]. Il permet de définir une distribution sur
un ensemble de distributions de probabilité. On définit maintenant le processus de
Dirichlet [15] à partir d’un coefficient de précision α > 0 et d’une mesure de base
G0 qui est une loi de probabilité.

Définition 5. Soit α un réel positif. Soit (Θ,A) un espace mesurable etG0 une mesure
de probabilité sur (Θ,A). On dit qu’une distribution de probabilité G est distribuée
selon un processus de Dirichlet de distribution de baseG0 et de facteur d’échelle α > 0
si pour toute partition mesurable (A1, . . . , Ak) deΘ, le vecteur de probabilité aléatoire
[G(A1), . . . ,G(Ak)] suit une distribution de Dirichlet standard :

[G(A1), . . . ,G(Ak)] ∼ Dir(αG0(A1), . . . , αG0(Ak)) (4.7)

On le note :
G ∼ DP(G0, α). (4.8)

Le processus de Dirichlet est défini par deux paramètres : la mesure de probabilité
de baseG0 et le paramètre d’échelle α.

Propriété 2. SoitG une mesure aléatoire distribuée suivant un processus de Dirichlet.
Alors pour tout A élément de la tribu A, la moyenne et la variance de G(A) sont les
suivantes

E[G(A)] = G0(A) (4.9)

Var[G(A)] =
G0(A)(1−G0(A))

α + 1
. (4.10)

Remarque :

1. Si l’on reprend l’exemple dumodèle demélange Gaussien, on retrouve le fait que
G0 est la loi normale Wishart, i.e. , une loi a priori jointe type sur l’espérance
et la variance d’une Gaussienne.
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2. La distribution de base G0 représente la valeur moyenne du processus de Diri-
chlet.

3. Plusα est grand, plus la variance est petite et le processus deDirichlet est concen-
tré autour de la distribution de baseG0.

4.2.3 Distribution a posteriori

La loi a posteriori d’un processus de Dirichlet après n observations est aussi un
processus de Dirichlet. Supposons que G est distribuée selon un processus de Diri-
chlet de distribution de base G0 et de facteur d’échelle α :

G ∼ DP(G0, α). (4.11)

Soient n échantillons θ1, . . . , θN échantillonnés de façon i.i.d selon la distributionG.

θi | G
i.i.d∼ G avec i = 1, . . . , n (4.12)

La distributionG étantmaintenant vue commeune variable aléatoire, on s’intéresse
à déterminer la distribution a posteriori de G conditionnellement à (θ1, . . . , θn).
Comme évoqué ci-dessus, la distribution de Dirichlet conjuguée pour une loi Mul-
tinomiale. Selon l’équation (4.7), on peut montrer que [15] :

[G(A1), . . . ,G(Ak)] | θ1:n ∼ Dir(αG0(A1)+
n∑

i=1

δθi(A1), . . . , αG0(Ak)+
n∑

i=1

δθi(Ak))

(4.13)
avec {A1, . . . , Ak} une partition finie de Θ.

L’équation (4.13) est vraie pour toutes les partitions mesurables finies, par consé-
quent, d’après la définition 5, on peut en déduire que la distribution a posteriori est
toujours distribuée selon un processus de Dirichlet :

G | θ1:n ∼ DP(
α

α + n
G0 +

1

α + n

n∑
i=1

δθi , α + n). (4.14)

4.2.4 Représentation de Backwell-Mac Queen

A partir de l’équation (4.14), il est possible d’obtenir analytiquement la loi mar-
ginale θn+1 | θ1:n appelée aussi la distribution prédictive, obtenue en marginalisant
par rapport à G :

θn+1 | θ1:n ∼
α

α + n
G0 +

1

α + n

n∑
i=1

δθi . (4.15)

L’équation (4.15) fournit un moyen pratique pour tirer un échantillon selon une
mesure de probabilité aléatoire distribuée suivant un processus de Dirichlet, sans la
construction explicite de la mesureG. Ceci est appelé la représentation de Backwell-
Mac Queen [66] qui est aussi connue comme une généralisation de la représentation
en urne de Pólya.
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π1 = ν1

π2 = ν2(1− ν1)

π3 = ν3(1− ν2)(1− ν1)

Figure 4.2 – La construction stick-breaking pour le processus de Diri-
chlet. On commence avec un bâton de longueur 1, et on
casse récursivement des morceaux de longueurs π1, π2, . . .

Urne de Pólya : Lemodèle historique de l’urne de Pólya a été proposé par lemathé-
maticien George (György) Pólya (1923). Une urne contient initialement R0 boules
rouges etN0 boules noires.On tire une boule au hasard, les tirages de toutes les boules
étant équiprobables. Puis on la replace dans l’urne et on ajoute une boule supplémen-
taire de la même couleur dans l’urne. La situation la plus simple considérée est celle
d’un tirage uniforme. C’est-à-dire, à l’instant n+ 1, sachantRn boules rouges etNn

boules noires dans l’urne, la probabilité de tirer une boule rouge est

P(θn+1 = ”rouge” | θ1:n) =
Rn

Nn +Rn

=

n∑
i=1

δrouge(θi)

n+N0 +R0

. (4.16)

Urne de Backwell-Mac Queen : Dans la représentation de Backwell-Mac Queen,
on s’autorise une infinité (éventuellement non dénombrable) de couleurs de boule.
Dans la métaphore de l’urne de Backwell-Mac Queen présentée équation (4.15),
chaque valeur de Θ est une couleur unique. Les échantillons θ ∼ G sont les cou-
leurs des boules tirées. En outre, une urne contient des boules vues précédemment.
Au début, il n’y a pas de boules dans l’urne, et on choisit une couleur tirée selon la
distribution de base G0, i.e. θ1 ∼ G0. On prend une boule de cette couleur, et on la
dépose dans l’urne.À l’étapen+1, on a deuxpossibilités. La première possibilité, avec
probabilité α

α+n
, on ajoute une boule de nouvelle couleur dans l’urne. Cette nouvelle

couleur est distribuée (indépendamment) selon G0. La deuxième possibilité, avec
une probabilité n

α+n
, est de tirer une boule au hasard dans l’urne, regarder sa couleur

(échantillonner θn+1 à partir de la distribution empirique). On prend une nouvelle
boule avec la même couleur et l’on remet les deux boules dans l’urne.

Quelque soit la mesure de base G0 discrète ou continue, les échantillons θ sont
tirés selon une mesure de probabilité aléatoire distribuée suivant un processus de
Dirichlet qui est discret. De fait le nombre de couleurs tirées reste fini même quand
le nombre d’observations tend vers l’infini. Un effet d’aggrégation des couleurs ap-
paraît. Une même couleur peut être tirée plusieurs fois bien que la mesure de base
G0 soit continue. Si l’on numérote les boules, on peut donc les partitionner suivant
leur couleur. La distribution induite sur les partitions est appelée ”processus du res-
taurant chinois” (voir partie 4.3). Elle est par exemple exploitée pour des tâches de
clustering.
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4.2.5 Construction stick-breaking

Une mesure de probabilité aléatoire issue d’un tirage suivant un processus de Di-
richlet est presque sûrement une probabilité discrète [67]. On peut voir cette mesure
comme un mélange infini dénombrable de mesures de Dirac [68]

G =
∞∑
j=1

πkδCk (4.17)

avec Ck ∼ G0 et π ∼ GEM(α). La distribution de base G0 détermine les positions
des composantes discrètes deG. La séquence infinie π est définie par la distribution
GEM, où les lettres signifient Griffiths, Engen et McCloskey [69]. La distribution
GEM peut être construite via une procédure appelée stick-breaking que l’on va dé-
crire. Soit π = [π1, π2, . . .] une suite de réels construite vérifiant

νk
i.i.d∼ B(1, α) k = 1, 2, . . . (4.18)

πk = νk

k−1∏
l=1

(1− νl) k = 1, 2, . . . (4.19)

où B désigne la distribution Beta et le facteur d’échelle α contrôle la variance des

poids. Alors la suiteπ vérifie
∞∑
j=1

πk = 1 et définit bien une distribution de probabilité

discrète. En raison de cette décomposition, on dit que les réalisations d’un processus
de Dirichlet prennent la forme dite ”stick-breaking” [68].

La figure 4.2 illustre la construction stick-breaking, i.e. la façon d’obtenir les poids
πk. Dans la métaphore de la construction stick-breaking, la somme de tous les poids
se représente sous la forme d’un bâton de longueur initiale 1. À chaque instant k,
nous cassons un morceau du bâton de longueur πk qui correspond à une proportion
aléatoire νk ∼ B(1, α) du morceau du bâton restant.

Remarque : L’ensemble des processus pour lesquels la mesure de probabilité aléa-
toire (Random Probability Measure,RPM) prend la forme de l’équation (4.17) avec

Ck ∼ G0 et πk = νk
k−1∏
l=1

(1 − νl) s’appelle classe des stick-breaking. Les processus de

cette classe diffèrent dans la façon d’obtenir le coefficient νk. Par exemple, pour le pro-
cessus de Pitman-Yor (PYP) [70] (connu comme le processus de Poisson-Dirichlet à
deux paramètres)

νk
i.i.d∼ B(1− ϱ, α + kϱ) avec k = 1, 2, . . .

ϱ ∈ [0, 1) etα ∈ (−ϱ,∞). Quand ϱ = 0, on retrouve le processus deDirichlet. Le PYP
étant aussi connu comme une généralisation du processus de Dirichlet peut générer
des lois de puissance via le paramètre ϱ [70].

4.3 Le processus du Restaurant Chinois (CRP)

Comme évoqué dans la partie 4.2.4, le processus de Dirichlet (DP) possède une
deuxième représentation appelée processus du restaurant chinois (Chinese Restau-
rant Process, CRP). La partie 4.4 reviendra en détails sur le lien entre DP et CRP. Le
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σ(6)=0
1

2
5

3
4

6

(a) Une représentation du CRP après l’arrivée de 6 clients
σ(6)=1
σ(4)=5 σ(3)=2

σ(5)=3
σ(1)=4
σ(2)=6

(b) Une autre permutation du CRP de (a).
La permutation de client i est définie par σ(i).

Figure 4.3 – Deux états possibles d’une représentation du processus du
restaurant chinois après l’arrivée de 6 clients.

CRP a été appelé ainsi par Jim Pitman et Lester Dubins, sur la base d’une métaphore
dans laquelle des clients apparentés à des observations, rentrent dans un restaurant
et s’assoient chacun à une table. Ces tables sont apparentes à des classes (clusters).

Supposons qu’un restaurant chinois ait un nombre infini dénombrable de tables
et que N clients rentrent un par un dans ce restaurant. La dynamique des clients est
la suivante pour un paramètre α > 0 :

1. Le premier client s’assoit toujours à la première table.
2. Une fois que les n premiers clients sont entrés et occupent K tables, le client

n+ 1 va choisir sa table de la façon suivante :
- il choisit la table k parmi lesK tables déja occupée avec probabilité

mk

n+ α
où mk est le nombre de clients assistés à la table k.

- sinon, il choisit une nouvelle table K + 1 avec probabilité
α

n+ α
.

Une fois que lesN clients sont entrés,K tables sont occupées par un ou plusieurs
clients. Chaque table forment un sous ensemble de [1, N ] et l’ensemble des tables
forme une partition de [1, N ]. En ce sens, ou dit que le processus du restaurant chi-
nois est à valeur sur les partitions. Notons que le nombre de tables de ce restaurant
chinois est potentiellement éventuellement infini.

La figure 4.3(a) illustre une réalisation du processus du restaurant chinois avec
6 clients où α = 1. Le premier client choisit la table 1 avec une probabilité 1. Le
deuxième client choisit de rejoindre le client 1 à la table 1 avec une probabilité de 1/2.
La troisième client décide de s’asseoir à la table 2 avec une probabilité 1/3. Lorsque
le septième client entre dans ce restaurant, il va rejoindre :

— les clients 1, 2, 5 avec une probabilité 3/7,
— les clients 3 avec une probabilité 1/7,
— les clients 4, 6 avec une probabilité 2/7,
— et aller à une autre table avec une probabilité 1/7.

Bien que l’histoire du CRP soit décrite en utilisant l’ordre des clients, la distribu-
tion sur les partitions définie par le CRP est invariante à l’ordre des données. Seul le
nombre de classes compte dans la détermination de la probabilité de partition et pas
les identités des clients. Cette propriété est connue sous le nom d’échangeabilité.
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Définition 6. Une suite finie de variables aléatoires (θ1, . . . , θN), est dite échangeable
si pour tout permutation σ de {1, . . . , N}

(θ1, . . . , θN)
loi
= (θσ(1)), . . . , θσ(N)).

Par extension, une suite infinie de variables aléatoires (θ1, θ2, . . .) est dite échangeable
si quelque soit I un sous ensemble fini de N∗, pour toute permutation finie σ de I

(θi)i∈I
loi
= (θσ(i))i∈I .

Par exemple, la probabilité de la représentation sur la figure 4.3(a) est

P({{1, 2, 5}, {3}, {4, 6}}) = α

α

1

α + 1

α

α + 2

α

α + 3

2

α + 4

1

α + 5
. (4.20)

La figure 4.3(b) contient les même partitions que celles de la figure 4.3(a), mais une
autre permutation (ordre des clients et ordre de tables). Par exempleσ(3) = 2 signifie
que un client entre dans le restaurant en troisième sur la figure 4.3(a) et en deuxième
sur la figure 4.3(b). La probabilité calculée avec la permutation de la figure 4.3(b) est :

P({{σ(6), σ(4)}, {σ(3)}, {σ(5), σ(1), σ(2)}}) = α

α

α

α + 1

α

α + 2

1

α + 3

1

α + 4

2

α + 5
(4.21)

qui est égale à la probabilité dans l’équation (4.20).

En général, dans le cadre du modèle du CRP, quand on procède pour N clients ,
les dénominateurs sont simplement incrémentés de 1 à partir d’un α. Pour chaque
choix de nouvelle table, on obtient un facteur α apparaît. Si à la fin, K clusters sont
présents, on obtient un facteur de αK . Enfin, pour chaque cluster C qui est présent
à la fin, chaque fois qu’un client est ajouté à la table le numérateur est simplement
le nombre de clients actuels à la table, de sorte que dans l’ensemble, on obtient un
facteur de : 1× 2× . . .× (#C − 1) = (#C − 1)! où #C est le nombre d’observations
(clients) dans le cluster (la table). On obtient :

P(Cσ[1:N ]) =
αK

N∏
n=1

α + n− 1

∏
C∈Cσ[1:N ]

(#C − 1)!. (4.22)

L’équation (4.22) montre que la probabilité d’une partition selon le processus du
restaurant chinois est une fonction unique qui dépend du nombre d’observations et
de l’ensemble des tailles des clusters formant la partition. Cette probabilité ne dépend
pas de l’ordre des clients, ni des labels des tables. Ceci établit l’échangeabilité du CRP.

4.4 DuprocessusdeDirichlet auprocessusdu restaurant chinois

Le processus du restaurant chinois peut être obtenu à partir du processus de Diri-
chlet. Pour rappel, soit une séquence θ1:n = (θ1, θ2, ..., θn) échantillonnée de façon
i.i.d. selon une distribution G. On suppose que G est distribuée a priori selon un
processus de Dirichlet de distribution de base G0 et de facteur d’échelle α :

θi | G
i.i.d∼ G avec i = 1, . . . , n

G ∼ DP(G0, α).
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Alors, la distribution a posteriori deG conditionnellement à (θ1, . . . , θn) est toujours
distribuée selon un processus de Dirichlet :

G | θ1:n ∼ DP(
α

α + n
G0 +

1

α + n

n∑
i=1

δθi , α + n).

Nous souhaitons obtenir la distribution de probabilité conditionnelle de θn+1 donné
θ1:n enmarginalisant selonG. Ce qui nous donne la représentation de Backwell-Mac
Queen [66]

θn+1 | θ1:n ∼
α

α + n
G0 +

1

α + n

n∑
i=1

δθi . (4.23)

Le processus du restaurant chinois (CRP) peut être obtenu à partir du modèle
d’urne de Blackwell-MacQueen en regroupant les valeurs de θi (boules) qui sont
égales (de même couleur), et les considérant comme des clients à une même table
dans le restaurant. Nous en supposons que G0 est lisse, de sorte que toutes les va-
leurs θ sont répétées en raison de la propriété discrétisation du DP et non en raison
deG0 lui-même. Comme les valeurs des tirages sont répétées, soit C1, . . . , CK les va-
leurs uniques entre (θ1, θ2, ..., θn) et mk le nombre de θi qui ont la même valeur Ck,
l’équation (4.23) peut également s’écrire de façon suivante :

θn+1 | θ1:n ∼
α

α + n
G0 +

1

α + n

K∑
k=1

mkδCk . (4.24)

Notons que θn+1 prend la valeur Ck avec une probabilité proportionnelle à mk, le
nombre de fois où Ck a déjà été tiré. Plus mk est grand, plus cette probabilité croît.
Ceci est une phénomène du type ”des riches qui s’enrichissent” (”rich get richer”), où
les grands clusters (un ensemble de θi avec des valeurs identiques Ck est considéré
comme un cluster) grandissent plus vite. La probabilité que le nouvel échantillon
n+1 soit identique à un échantillon précédent appartenant au cluster Ck est

mk

α + n
.

La probabilité que le nouvel échantillon ait une autre valeur CK+1 est
α

α + n
, ce qui

veut dire que le nouveau client choisit une autre table. On retrouve alors le processus
du restaurant chinois.

L’équation (4.24)montre queα contrôle le nombre de clusters (tables). La probabi-
lité que le client n+1 choisissant une nouvelle table est α

α+n
, tandis que la probabilité

de choisir une table occuppée est n
α+n

. Asymptotiquement, la probabilité de choisir
une nouvelle table tend vers 0. De ce fait peu de nouvelles tables sont occupées si il
y a déjà beaucoup de clients. On traduit ce comportement en regardant l’espérance
du nombre de tables occupées par n clients

n∑
i=1

α

α + i
≈ αln(n) (4.25)

qui augmente logarithmiquement avec n.



42 4.5. Processus de Dirichlet à mélange

4.5 Processus de Dirichlet à mélange

4.5.1 Description

Dans cette partie, on va exploiter l’intérêt d’utiliser le processus de Dirichlet dans
cadre des modèles de mélange. Les données Y = [y1, . . . , yN ] sont supposées distri-
buées selon une densité de probabilité inconnue F

yi ∼ F (yi),∀i = 1, . . . , N. (4.26)

Onpeut souhaiter estimer la densitéF à partir d’un jeu d’observationsY = [y1, . . . , yN ].
Dans ce cas, les processus de Dirichlet permettent de ne pas se limiter aux familles
de distributions paramétriques. Cependant, on a vu précédement que les réalisations
d’un processus de Dirichlet sont discrètes, ce qui ne correspond pas à une densité de
probabilité. Une solution consiste à lisser la mesure discrète en utilisant un noyau
f(y | θ) [16].

F (y) =
∫
Θ

f(y | θ)dG(θ). (4.27)

Si l’on s’intéresse maintenant aux modèles de mélanges, le processus de Dirichlet
G s’interprète comme la loi d’un modèle de mélange possédant une infinité dénom-
brable de composantes. Les variables θ ∈ Θ représentent les paramètres latents
propres au mélange. Le modèle peut être réécrit sous la forme hiérarchique suivante

yi | θi ∼ f(. | θi) (4.28)
θi | G ∼ G (4.29)

G ∼ P(G) (4.30)

Dans le cadre d’un mélange fini de densité gaussiennes par exemple, on suppose

que la densitéF est
K∑
k=1

πkN (µk,Σk)où lesπk sont des pondérations avec
K∑
k=1

πk = 1.

La densité F est entièrement caractérisée par les variables aléatoires πk, µk etΣK in-
connues avec k = 1, . . . , K . Les densités forment une famille de densités paramétri-
sée par un nombre fini de paramètres. En ce sens, on parle de modèle paramétrique.
θ=θ1, . . . , θN sont des variables latentes où θi ∈ [1, K]. Soit ϕ=(π1:K , µ1:K ,Σ1:K), la
densité a priori p(ϕ) de ϕ est définie dans un espace de dimension K , i.e. on fixe K
classes (clusters).

Or, en pratique, K n’est pas toujours connu. Dans de nombreux cas, contraindre
la densité de probabilité à prendre une certaine forme paramétrique donnée peut li-
miter l’inférence réalisée à partir de tels modèles [71]. C’est pourquoi on souhaite
estimer aussi K en le considérant comme un hyperparamètre. Les modèles non pa-
ramétriques permettent de ne pas se restreindre à une famille finies de paramètres,
tout en fournissant une pénalisation sous linéaire du nombre de composante.

4.5.2 Exemple

Reprenons l’exemple du mélange de gaussiennes, dans les modèles non paramé-

triques, la densitéF s’écrit sous la forme
∞∑
k=1

πkN (µk,Σk). Dans cette densité de pro-
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babilité, les paramètres suivent une mesure de probabilité aléatoire issue d’un pro-
cessus de Dirichlet à mélange (Dirichlet Process Mixture, DPM). Plus précisément,
on l’appelle le processus de Dirichlet à mélange gaussiennes. Dans l’équation (4.29),
les variables latentes θ sont distribuées selon G. Dans l’équation (4.30), on choisit
le processus de Dirichlet DP (G0, α) comme la distribution a priori pour G. Dans
le cadre des modèles de mélange, la distribution G0 est par exemple la loi Normale
Wishart évoquée Section 4.1. Cela autorise théoriquement un nombre infini de clus-
ters. En pratique le nombre de clusters sera lié au choix de α. Il est à noté que dans le
cadre bayésien, α peut aussi être échantillonné. Dans la métaphore du processus du
restaurant chinois, chaque table possède sa propre gaussienne. Les choix de table des
clients et le nombre de tables sont donnés selon le processus du restaurant chinois.
Certains d’entre eux ont des choix identiques ce qui produit le clustering. On trouve
aussi la notion le modèle de mélange de processus du restaurant chinois.

L’inférence des modèles de mélange de processus de Dirichlet est souvent réalisée
en utilisant les méthodes MCMC[72] ou les approches bayésiennes variationnelles
[73]. Dans [74], l’algorithme EM (Expectation-Maximization) est proposé pour in-
férer les mélanges de processus de Dirichlet. Un stick-breaking prior (processus de
Dirichlet ) est mis sur les poids πk. En pratique, on utilise une troncature en fixant
un nombre K maximal de clusters très grand.

La figure 4.4 illustre une mélange de trois gaussiennes. A partir de ces données
synthétiques, on cherche à regrouper les données. On peut penser à des méthodes
de clustering par partitionnement comme K-moyennes (ou K-means en anglais) ou
encore des méthodes de clustering par modélisation, e.g. l’algorithme EM. On ob-
tient avec l’algorithme K-means ou EM dans un cadre paramétrique des résultats de
clustering très variables suivant la valeur choisie de K . On peut choisir K = 1, 2, 3
ou 1000. Le choix de K est un problème difficile.

Pour contourner le problème du choix de K , un processus de Dirichlet à mé-
lange de gaussiennes peut être utilisé. Les poids πk des clusters sont distribués selon
un processus de Dirichlet de type stick-breaking. Un algorithme EM (Expectation-
Maximisation) a été proposé dans [74] pour inférer ce modèle un processus de Diri-
chlet à mélange de gaussiennes. En pratique, une troncature à K = 100 est utilisée.

Figure 4.4 – Mélange de trois gaussiennes et échantillons
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(a) Centres des clusters inférés (b) Poids des clusters

Figure 4.5 – Résultat de l’algorithme EM pour mélange de processus de
Dirichlet.

Pour rappel, l’algorithme EM est un algorithme itératif proposé dans [75] en 1977.
Dans le cadre des approches paramétriques, il s’agit d’une méthode d’estimation
s’inscrivant dans le cadre général dumaximumde vraisemblance. La figure 4.5 illustre
les résultats obtenus issus du résultat de la dernière itération. La figure 4.5(a) affiche
les étoiles bleues et rouges correspondant aux centres des clusters estimés. Parmi ces
clusters, on retrouve bien les trois clusters souhaités en bleu. La figure 4.5(b) affiche
l’estimateur des poids πk des clusters. Les trois clusters qui ont des poids dominants
[0.23 0.5 0.27] correspondent bien aux trois clusters illustrés par les étoiles bleues
dans la figure 4.5(a). Les étoiles rouges représentent les autres clusters qui ont les
poids négligeables, presque nuls. On peut les éliminer avec une étape de post pro-
cessing, qui supprime par exemple tous les clusters dont les poids sont considérés
comme négligeables.

4.6 Estimateurs bayésiens

Les estimateurs bayésiens d’un paramètre sont souvent construit à partir de sa
loi a posteriori en minimisant d’une fonction de coût appropriée. Les estimateurs
bayésiens proposés dans les applications de traitement du signal sont souvent :

— l’estimateur du maximum de vraisemblance ou maximum likelihood estima-
tion (MLE),

— l’estimateur Minimum Mean Square Error, MMSE minimise le coût qua-
dratique. On l’appelle aussi la moyenne de la loi a posteriori du paramètre
échantillonné,

— l’estimateurMaximumA Posteriori, MAP prend la forme de l’extremum de
la distribution a posteriori du paramètre échantillonné.

Dans un cas paramétrique, les échantillons issus d’une méthode MCMC peuvent
approximer ces estimateurs bayésiens. Par exemple, on peut calculer la moyenne de
ces échantillons après l’étape de chauffe (burn-in) pour l’estimateur MMSE. Pour
l’estimateur MAP, on prend l’échantillon qui maximise la loi a posteriori parmi les
échantillons de la série. Toutefois, dans le cadre des approches non-paramétriques,
la dimension de l’espace des paramètres n’est pas fixée à l’avance. Cette dimension
peut varier au cours des itérations. La question de la définiton d’estimateur non-
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paramétrique est une question difficile que nous n’approfondiiront pas dans ce tra-
vail.

4.7 Discussion

Le principe des approches non paramétriques est de travailler sur des mesures
aléatoires. Dans le cas particulier du DPM, la loi a priori est une mesure aléatoire
elle-même distribuée selon un processus de Dirichlet. Les modèles bayésiens non-
paramétriques permettent de définir une distribution a priori sur des espaces fonc-
tionnels (de dimension infinie) au lieu d’un espace de dimension finie habituelle-
ment. Un modèle non paramétrique peut être simplement considéré comme un mo-
dèle statistique avec un nombre infini de paramètres. Ceci évite de fixer la complexité
ou l’ordre du modèle, le nombre de paramètres pouvant augmenter dynamiquement
avec le nombre de données. Par exemple, le Processus de Dirichlet et le processus de
Restaurant Chinois ont des applications en statistiques pour les modèles de mélange
(mixture models) notamment. Le partie 4.5 nous présente l’intérêt du processus de
Dirichlet dans un modèle de mélange et son inférence permet de retrouver les para-
mètres du modèle de mélange, incluant K le nombre de classes. Notons au passage
que les problèmes de segmentation d’image se font parfois en s’appuyant sur des
modèles de mélange (segmentation non supervisée ou clustering) pour lesquels des
algorithmes EM ont souvent été proposés [76].

Le code deDPpackagede Jara [77] contient des fonctions pour effectuer l’inférence
par simulation à partir des distributions a posteriori pour les modèles bayésiens non
paramétriques. Les sources sont disponibles sous forme de package R sur le site du
projet CRAN 1 [78].

Le chapitre 5 présentera le processus du buffet indien, une distribution non para-
métrique utilisée dans l’apprentissage de dictionnaire, qui est aussi un des outils clefs
de cette thèse.

1. https://cran.r-project.org/web/packages/DPpackage/index.html

https://cran.r-project.org/web/packages/DPpackage/index.html




CHAPITRE5
Processus Beta et buffet indien

L’utilisation des méthodes bayésiennes non-paramétriques par l’apprentissage de
dictionnaire nous permet de ne pas fixer à l’avance la taille du dictionnaire (nombre
d’atomes). Le dictionnaire ainsi que sa taille sont échantillonnés lors de l’inférence.
Chaque observationpeut être une combinaisonde plusieurs caractéristiques ou atomes.
Il s’agit des modèles à variables latentes (latent feature model).
Or, dans les modèles de mélange ou dans les approches de classification présentées
dans le chapitre 4, il n’est pas possible d’affecter plusieurs caractéristiques aux ob-
jets observés. Chaque observation ne peut être associée qu’à une seule classe. Par
exemple, dans le processus du Restaurant Chinois, les clients ne peuvent s’asseoir
qu’à une seule table.
Le processus du buffet indien introduit par Griffiths et Ghahramani [57, 58] en 2006
utilise les idées sous-jacentes des modèles de mélange infinis pour représenter les
objets en termes d’une infinité de fonctions latentes. Dans le processus du buffet
indien, les clients entrent dans un restaurant, mais au lieu de choisir une table à la-
quelle s’asseoir, ils choisissent les plats. Chaque client prend à la fois des plats déjà
pris et des plats nouveaux. Le nombre total de plats choisis suit une loi Poisson.
Ce chapitre rapelle la construction du buffet indien et ses principes propriétés, ainsi
que le lien avec les processus Beta.

5.1 Modèle à variables latentes et Processus du buffet indien

Lesmodèles à variables latentes (latent feature models) s’appliquent aux problèmes
composés de plusieurs observations, où chacune des observations peut posséder un
ensemble de caractéristiques (features) inconnues. L’affectation des caractéristiques
aux observations est encodée par les variables latentes binaires. Ceci est représenté
par une matrice binaire Z. Dans ce chapitre, pour être cohérent avec les notations de
Griffiths et Ghahramani [57, 58], la matrice Z est de taille N × K . Les lignes de la

d1 d2 d3 d4

y1 y2 y3 y4

z11 z23 z33

Figure 5.1 – Représentation graphique du modèle à variables latentes
binaires. Chaque observation yi est associée par une com-
binaison de caractéristiques dk.
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matrice Z sont liées aux observations et les colonnes sont liées aux caractéristiques.
Si l’observation i possède la caractéristique k alors Z(i, k)=1, (0 si non). Notons que
chaque donnée peut posséder plusieurs caractéristiques.

La figure 5.1 illustre la matrice des variables latentes comme des liaisons entre les
caractéristiques et les observations. Ici, dk représente la valeur de la kième caracté-
ristique. Une flèche reliant dk à yi indique que la caractéristique k est présente dans
l’observation i. Les variables latentes binaires zik sont représentées par les flèches qui
nous permettent de savoir si dk est présente (reliée par une flèche) ou absente (non
reliée) pour chaque observation yi. Par exemple, l’observation y3 contient des carac-
téristiques d3 et d4 : la flèche relie d3 et y3 représente la variable latente z33 = 1, idem
pour la flèche relie d4 et y3, z34 = 1. Par contre, il n’existe pas une flèche reliant d1
et y3, car z31 = 0.

Dans un cadre bayésien, on cherche à définir un a priori sur cette matrice binaire
Z. Le processus du buffet indien (Indian Buffet Process, IBP) a été initialement intro-
duit par Griffiths et Ghahramani dans [57] et a été publié en revue dans [58]. L’IBP
est une distribution non paramétrique sur les matrices binaires Z dans laquelle le
nombre de caractéristiques (features) est potentiellement infini. Autrement dit, l’IBP
peut être choisi comme a priori sur la matrice binaire Z dans le cas où le nombre de
caractéristiques est inconnu. Les propriétés de l’IBP en font une distribution intéres-
sante pour les applications aux modèles à variables latentes.

L’IBP ne limite pas le nombre de caractéristiques K . Cependant, en donnant un
nombre fini N d’observations, la distribution assure que le nombre de caractéris-
tiques K est fini avec probabilité un. Le comportement du processus est contrôlé
par un seul paramètre α. Ce dernier règle l’a priori sur le nombre de caractéris-
tiques observées. Le nombre de caractéristiques K attendues pour N observations
est O(α log(N)), une valeur α faible favorisant peu de caractéristiques. Nous pré-
sentons dans la suite différentes façons d’obtenir l’IBP de paramètre α. Des versions
plus générales de l’IBP à plusieurs paramètres pour contrôler en plus la popularité
des caractéristiques et le comportement en loi de puissance seront décrites dans la
section 5.6.

5.2 Métaphore du buffet indien

Dans la métaphore du buffet indien, les observations (données) sont symbolisées
par les clients et les caractéristiques par des plats dans un buffet constitué d’une infi-
nité de plats indiens. Le premier client qui entre dans le restaurant choisit Poisson(α)
plats, qui vont constituer les premiers plat du buffet. Chaque client i choisit d’abord
parmi les K premiers plats avec probabilité mk/i où mk est le nombre de fois où le
plat k a été choisi par les clients précédents. Puis, ce client i choisit encore un nombre
de nouveaux plats knew ∼ Poisson(α/i). Cette étape permet d’enrichir progressi-
vement l’ensemble des plats (caractéristiques) servis. Bien que le buffet soit infini,
on peut montrer qu’une telle construction assure que chaque client dispose d’un
nombre fini de plats avec probabilité un. Ainsi, pour un nombre fini d’observations,
nous nous attendons à un nombre fini de caractéristiques. De plus, s’il y a une infinité
d’observations, le nombre de caractéristiques reste dénombrable.
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lof

Figure 5.2 – Matrice binaire et sa forme ordonnée à gauche (lof ). La
couleur blanche et la couleur noire correspondent respec-
tivement à 1 et 0.

Deux propriétés importantes du processus du buffet indien sont mises en évi-
dence. Premièrement, nous prévoyons que le nombre de plats (ou caractéristiques
actives) augmente quand le nombre d’observations grandit. Deuxièmement, comme
chaque client fait d’abord son choix parmi les plats choisis précédemment, nous nous
attendons à ce qu’il existe quelques caractéristiques populaires qui se produisent dans
de nombreuses observations et de nombreuses caractéristiques rares exprimées dans
seulement quelques observations.

Une autre propriété importante du processus du buffet indien est l’échangeabilité
à la fois au niveaux des lignes (clients) que des colonnes (caractéristiques latentes).
L’ordre dans lequel les clients assistent au buffet n’a pas d’impact sur la distribution
de Z sur n’importe permutation des colonnes (l’ordre des plats) et les lignes (clients)
sont également indépendantes.

Griffiths et Ghahramani[57] définissent une représentation canonique appelée la
forme ordonnée à gauche (left-ordered form, lof ) deZ, écrit [Z] = lof(Z) par la suite.
La figure 5.2 montre un exemple de la fonction lof d’une matrice binaire. La forme
ordonnée à gauche prend d’abord la séquence binaire de 0 et de 1 pour chaque co-
lonne (appelée l’histoire h) et convertit la séquence binaire en un nombre, en traitant
le premier client (ligne ou donnée) comme le bit le plus significatif. Ainsi, chaque
colonne (plat ou caractéristique) reçoit une valeur unique. On organise les colonnes
par ordre décroissant de valeur. Plusieurs matrices binaires peuvent avoir la même
forme ordonnée à gauche. Les deux matrices Z1 et Z2 sont lof -équivalentes si Z1 et
Z2 ont même forme ordonnée à gauche : lof(Z1) = lof(Z2). En revanche, il n’existe
qu’une seule forme ordonnée à gauche pour chaque matrice binaire. On utilise lof
pour définir un ensemble de classes d’équivalence. [Z] = lof(Z) désigne la classe
d’équivalence pour la relation lof d’une matrice binaire Z.

L’IBP est caractérisée par une distribution sur les classes d’équivalence dematrices
binaires [57], c’est-à-dire que la distribution surZ est invariante par rapport aux per-
mutations des colonnes (l’ordre des plats).Ondéduit d’ailleurs de (5.1) l’échangeabilité
des clients et l’invariance de l’ordre des plats, voirDéfinition 6. La probabilité de [Z]
est donnée par

P([Z]) =
1

2N−1∏
h=1

Kh!

exp(−α
N∑
i=1

1

i
)

K∏
k=1

(N −mk)!(mk − 1)!

N !
(5.1)
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(a) α = 1 (b) α = 3

(c) α = 5 (d) α = 10

Figure 5.3 – Réalisation selon un processus du buffet indien pour 20 ob-
servations et différentes valeurs du paramètre α.

oùmk est le nombre d’observations utilisant l’atome (plat) k,K le nombre d’atomes
tels que mk > 0, N le nombre de données et α > 0 le paramètre de l’IBP. En par-
ticulier, nous notons que le nombre K d’atomes actifs n’est pas borné (fixé) dans
l’équation (5.1). Kh est le nombre d’atomes avec la même histoire Z(:, k)=h. Autre-
ment dit, les plats (atomes) ont été choisis par le même ensemble de client. Le pa-
ramètre α quantifie le niveau de régularisation puisque K ∼ Poisson(αHN) avec

HN =
N∑
j=1

1
j
ce qui donne IE[K+] ≈ α lnN puisque

N∑
j=1

1
j
∼

N→∞
ln(N) .

La figure 5.3 illustre des réalisations de ce processus pour unmêmenombre d’obse-
rvations et différentes valeurs du paramètre α. Plus α est petit, plus la régularisation
est forte, plus le nombre de caractéristiques est petit. Pour N = 20 observations et
α égale à 1, 3, 5, 10, le nombre de plats K est respectivement égale à 3, 9, 15, 30. La
figure 5.3 montre aussi l’effet de la croissance logarithmique du nombre de plats K
avec le nombre de clients N . Certains plats sont souvent utilisés et d’autres le sont
plus rarement. Par exemple, dans la figure 5.3(d), avec α = 10, le troisième plat
est utilisé par presque tous les clients tandis qu’un seul client choisit le plat 30. Cela
montre un effet parcimonieux.

En bref, l’IBP génère des matrices binaires parcimonieuses et potentiellement infi-
nies. Autrement dit, dans le cadre de l’apprentissage de dictionnaire, l’IBP permet à
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la fois de varier la taille du dictionnaire (potentiellement infiniemais pénalisée) et de
promouvoir la parcimonie de la représentation. En pratique, Z est de taille finie car
il suffit de travailler sur les K atomes actifs, c’est-à-dire les atomes qui sont associés
à au moins une observation.

5.3 Limite à l'infini d'un modèle fini

Griffiths et Ghahramani [57, 58] présentent aussi le processus du buffet indien
comme la limite infinie d’un modèle fini avec K caractéristiques latentes. Le mo-
dèle fini attribue une probabilité πk pour chaque caractéristique k. Chaque Z(i, k)
est échantillonné comme une variable aléatoire indépendante d’une loi Bernoulli de
paramètre πk. Selon la métaphore dans 5.2, chaque client choisit maintenant un plat
indépendamment des autres clients, donc, l’ordre des observations n’a pas d’impact
sur la distribution deZ. La propriété d’échangeabilité du processus s’énonce plus clai-
rement dans cette construction par la limite à l’infini. La probabilité d’une matrice Z
sachant π = {π1, π2, ..., πK}, est :

P(Z | π) =
K∏
k=1

N∏
i=1

P (zik | πk) =
K∏
k=1

πmk
k (1− πk)

N−mk (5.2)

où mk est le nombre de clients choisissant le plat k. Cependant, le nombre de para-
mètres πk croît linéairement avecK , le nombre de plats. Pour résoudre ce problème,
on peut considérer également les πk comme des variables aléatoires. Chaque πk suit
la loi Bêta(r, c) qui est la loi conjuguée de la loi de Bernoulli (cf. Table 2.1 ). En par-
ticulier, les πk peuvent être construites à partir d’une loi Bêta( α

K
, 1). Le modèle de

probabilité est maintenant défini par :

πk | α ∼ Bêta(
α

K
, 1) (5.3)

zik | πk ∼ Bernoulli(πk). (5.4)

Notons que les πk ne somment pas à 1.

Chaque zik est échantillonné indépendamment des autres, sachant πk associé. Les
πk sont également générés de façon indépendante. Après avoir défini une loi a priori

Clients

Plats

π

Figure 5.4 – Illustration de modèle génératif de l’IBP avec la limite à
l’infini. Puisque les plats ne sont pas ordonnés par leur po-
pularité, les plats initiaux peuvent n’être utilisés par aucun
client. Les cases noires désignent l’utilisation d’un plat par
un client.
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sur π, nous pouvons simplifier ce modèle en intégrant sur toutes les valeurs de πk.
Ainsi, la probabilité marginale de la matrice binaire Z est :

P(Z) =
K∏
k=1

∫ ( N∏
i=1

P (zik | πk)

)
p(πk)dπk

=
K∏
k=1

α
K
Γ(mk +

α
K
)Γ(N −mk + 1)

Γ(N + 1 + α
K
)

.

(5.5)

Sous le modèle fini, la probabilité de la forme ordonnée à gauche left-ordered form
(lof) [Z] d’une matrice binaire Z est donnée par

P([Z]) =
K!

2N−1∏
h=0

Kh!

K∏
k=1

α
K
Γ(N −mk + 1)Γ(mk +

α
K
)

Γ(N + 1 + α
K
)

. (5.6)

où mk est le nombre d’observations utilisant l’atome k, Kh est le nombre d’atomes
avec la même histoire Z(:, k)=h. La limite de l’équation (5.6) quand K tend vers
l’infini devient l’équation (5.1) qui est la distribution de l’IBP.

On a πk ∼ Bêta( α
K
, 1), l’espérance E[πk] =

α
α+K

tend vers 0 quand K est grand.
Intuitivement, le poids πk de chaque caractéristique est faible quand K est grand,
cependant, quelques poids restent toujours grands.

La figure 5.4 montre une illustration du processus. La plupart des probabilités
des caractéristiques πk sont petites, très peu de caractéristiques sont exprimées dans
l’ensemble de données fini. Comme chaque πk est tiré de façon indépendante, cha-
cune des (infinies) colonnes sont susceptibles d’être l’une des caractéristiques les plus
populaires.

5.4 Stick-breaking

La construction de l’IBP par la limite à l’infini n’ordonne pas les caractéristiques.
En effet, comme présenté dans la section 5.3, on voit bien que les caractéristiques
ayant les faibles probabilités peuvent se situer devant celles ayant les grandes pro-
babilités πk, c’est pourquoi dans la figure 5.4, certains plats (caractéristiques) ini-
tiaux peuvent n’être utilisés par aucun client (observations). Teh et al. [79] déduisent
une construction similaire qui trie les caractéristiques par ordre de leur popula-
rité, ce qu’on appelle la construction par stick-breaking. Comme la construction par
la limite à l’infini, la construction par stick-breaking attribue une probabilité πk à
chaque plat (colonne). Chaque client i choisit le plat k avec une probabilité πk, i.e.
zik = Z(i, k) est une variable aléatoire indépendante d’une loi Bernoulli de para-
mètre πk.

Cependant, les πk ne sont pas échantillonnées indépendamment comme dans la
construction par la limite à l’infini. Au lieu de cela, une séquence de variables aléa-
toires indépendantes ν1, ν2, . . . est d’abord échantillonnée selon une loi Bêta(1, α).
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Figure 5.5 – Illustration une réalisation de l’IBP en utilisant la construc-
tion stick-breaking pour 8 clients (observations) et α = 2.

En donnant l’ensemble de ν1, ν2, . . . , la probabilité πk d’un plat k est donnée par :

πk =
k∏

ℓ=1

(1− νℓ). (5.7)

Remarque : Il est à noter qu’ici, la somme des πk dans la construction de l’IBP par
stick-breaking n’est pas égale à 1 et que les πk sont organisées par ordre décroissant.
En comparant avec la construction stick-breaking du Processus de Dirichlet, présentée
dans le chapitre 4, partie 4.2.5, la somme des πk est égale à un mais il n’existe pas un
ordre pour les πk dans cette construction.

La figure 5.5 illustre une réalisation de l’IBP via stick-breaking. On voit bien que
πk > πk+1, car l’espérance de πk est E[πk] =

(
α

α+1

)k. La probabilité qu’une des N
observations soit décrite par la caractéristique k décroît exponentiellement avec k. La
valeur de α joue aussi une rôle dans la décroissance de l’espérance. Les πk diminue
plus lentement dans l’espérance quand α est grand. Ainsi, plus la valeur de α est
grande, plus le nombre de caractéristiques pour décrire les données sera grand.

5.5 Processus de Beta-Bernoulli

L’intérêt principal des méthodes bayésiennes non paramétriques est leur capacité
à définir des distributions a priori sur les mesures aléatoires. Ces mesures aléatoires
apparaissent comme des outils intéressants pour travailler avec des paramètres qui
peuvent appartenir à des espaces de dimension potentiellement infinie. Par exemple,
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on a vu dans le chapitre 4 que le processus de Dirichlet permet de traiter des pro-
blèmes de classification sans connaître le nombre de classes à l’avance.

Le processus du buffet indien (IBP) est une distribution non paramétrique sur les
matrices binaires qui permet de traiter le problème de caractéristique latente (latent
feature) sans connaître à l’avance le nombre de caractéristiques. La matrice binaire Z
générée par l’IBP peut être présentée avec un nombre potentiellement infini de co-
lonnes (caractéristiques). Modulo un ré-ordonnancement des colonnes, le processus
du buffet indien peut être vu comme une distribution échangeable sur des matrices
binaires pour n’importe quelle permutation de lignes (observations) σ, c’est-à-dire
P(z1,:, . . . , z:,N)) = P(zσ(1),:, . . . , zσ(N),:)).

En tenant compte de la propriété d’échangeabilité, Thibaux et Jordan [80] for-
malise l’IBP en étudiant la distribution sous-jacente qui rend la séquence condi-
tionnellement indépendante, l’équivalent du processus de Dirichlet pour le proces-
sus du restaurant chinois. Le théorème de De Finetti indique que la distribution de
n’importe quelle séquence infiniment échangeable peut s’écrire de façon suivante :

P(z1,:, . . . , z:,N) =
∫ ( N∏

i=1

P(z1,: | B)

)
dP(B) (5.8)

oùB est l’élément aléatoire qui rend les variables {z1,:} conditionnellement indépen-
dante. La distribution P(B) est connue comme la distribution de mélange De Finetti.
Par exemple, pour le processus du restaurant chinois 4.3, la distribution de mélange
de Finetti sous-jacente est le processus de Dirichlet.

Thibaux et Jordan [80] ont montré que le mélange de distribution de Finetti sous-
jascent au processus de buffet indien est le processus beta. Ils montrent que IBP peut
être obtenu en intégrant sur le processus Bêta dans un processus de Bêta-Bernoulli.

5.5.1 Processus Bêta

Nous étudions dans cette partie le processus Bêta, mesure de De Finetti associée à
l’IBP. Comme évoqué dans le chapitre 4, le principe d’une approche bayésienne non
paramétrique est d’introduire desmodèles de lois a priori sur des espaces demesures
aléatoires. Ici, on travaille sur la mesure de probabilité aléatoires.

B =
∑
k

πkδωk
(5.9)

Définition 7. Un processus Bêta B, noté B ∼ BP (c, B0) est une distribution sur les
mesures aléatoires positives sur un espaceΩ (par exemple, surR). Le processus Bêta est
défini par deux paramètres : c est une fonction positive sur Ω, appelée la fonction de
concentration, et B0 est une mesure fixe sur Ω, appelée la mesure de base. Dans le cas
particulier où c est une constante, il sera appelé le paramètre de concentration.

Définition 8. Un processus stochastique à temps continu L = {Lt : t ≥ 0} est appelé
processus de Lévy, si :

— L0=0 presque sûrement,
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π1

π2

π3

π4
π5

Ω

Processus Beta sur l’espace Ω

Ω

Tirage selon processus Bernoulli associé

Figure 5.6 – Illustration de modèle Bêta-Bernoulli pour l’IBP

— t 7→ Lt est presque sûrement continue à droite et limitée à gauche (Càdlàg),
— Pour tout s < t ,Xt − Xs est égale en loi àXt−s (accroissements station-

naires),
— Pour tout 0 ≤ t1 < t2 < · · · < tn < ∞ , Xt2 −Xt1 , Xt3 −Xt2 , . . . , Xtn −

Xtn−1 sont indépendants (accroissements indépendants).

Un processus de bêta est un type particulier du processus de Lévy :

S ∩R = ∅ =⇒ B(S) et B(R) sont indépendants . (5.10)

Le théorème de Lévy-Khintchine indique qu’un processus Lévy se caractérise par sa
mesure de Lévy. La mesure Lévy du processus Bêta BP (c, B0) est :

µ(dω, dπ) = c(ω)π−1(1−π)c(ω)−1dπB0(dω). (5.11)

La mesure Lévy constitue une mesure sur Ω × [0, 1], où Ω est par exemple l’espace
des atomes (ou des caractéristiques), et [0, 1] est l’espace des poids associés à ces
atomes. Pour échantillonner B selon un processus Bêta, on tire un ensemble de
couples (ωk, πk) à partir d’un processus de Poisson marqué sur Ω × [0, 1], qui peut
être représenté par :

B =
∑
k

πkδωk
(5.12)

où δωk
est un Dirac sur un atome ωk avec un poids πk dans B. Les valeurs des πk ne

sont pas normalisées et la somme n’est en général pas égale à un. Cependant, elle est
finie avec probabilité un puisque

∫
πµ(dω, dπ) <∞.

Si B0 contient des atomes, alors on peut les traiter séparément. Dans le cas où la
mesure de base B0 est une distribution discrète composée de couples atome-poids
(ωk, qk) : B0 =

∑
k

qkδωk
alors B a des atomes aux mêmes endroits B =

∑
k

πkδωk

avec πk ∼ Beta(qk, c(1 − qk)). Cela impose qk ∈ [0, 1]. Et si B0 est un mélange de
lois continue et discrètes, via eq. (5.10), la réalisation globale de B est une somme
des atomes pondérés issus de la composante continue et de la composante discrète
deB0. Par la suiteB0 sera choisie en lien avec la loi a priori conjuguée sur les atomes
du dictionnaire.

5.5.2 Processus Bernoulli

On définit maintenant le processus de Bernoulli. Le processus Bernoulli corres-
pondant échantillonne des atomes de B. Chaque tirage d’un processus de Bernoulli
s’interprète comme un choix d’atomes (ou des caractéristiques) présents dans une
observation particulière. Plus formellement, un processus Bernoulli z ∼ BeP (B)
prend la distribution B sur Ω comme mesure de base.
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Si B est discrète, alors B =
∑
k

πkδωk
et z ∼ BeP (B) sera de la forme :

z =
∑
k

bkδωk
(5.13)

où bk ∈ {0, 1} est une variable aléatoire indépendante suivant une loi de Bernoulli
de paramètre πk. Si B est continue, z est tout simplement un processus de Poisson
d’intensitéB. Un processus de Bernoulli est également un type particulier de proces-
sus de Lévy. En ce qui concerne le processus Bêta, un processus de Bernoulli de me-
sure discrète et continue est la somme des deux contributions indépendantes. Ainsi,
un tirage de z selon un processus de Bernoulli est un ensemble de caractéristiques. La
concaténation de plusieurs tirages de z dans une matrice Z nous donne une matrice
binaire qui représente l’affectation des caractéristiques.

Nous pouvons intuitivement voir Ω comme un espace de caractéristiques poten-
tielles et z comme définissant les caractéristiques qu’un objet possède. La mesure
aléatoire B encode la probabilité que z possède chaque caractéristique particulière.
Dans la métaphore du buffet indien, z est un client et ses caractéristiques sont les
plats qu’il goûte. Plus tard ces plats seront les atomes d’une dictionnaire.

La figure 5.6 illustre une visualisation de B comme un ensemble de poids πk as-
sociés à des atomes ωk de l’espace Ω, ici le plan.

5.5.3 Processus de Bêta-Bernoulli et processus du buffet indien

Le processus Bêta et le processus Bernoulli sont conjugués.

B | c, B0 ∼ BP(c, B0) (5.14)
zi,: | B ∼ BeP(B) for i = 1 . . . , N (5.15)

où z1,:, . . . , zN,: sont conditionnellement indépendants sachant B. La distribution a
posteriori de B est aussi un processus Bêta :

B | z1,:, . . . , zN,:, c, B0 ∼ BP

(
c+N,

c

c+N
B0 +

1

c+N

N∑
i=1

zi,:

)
. (5.16)

Une marginalisation sur B nous donne le lien avec le processus de buffet indien
[80]. La distribution de zN+1,: sachant {zi,:}i=1...N , c et B0 est :

zN+1,: | {zi,:}i=1...N , c, B0 ∼ BeP

(
c

c+N
B0 +

1

c+N

N∑
i=1

zi,:

)
. (5.17)

On retrouve implicitement dans l’équation (5.17) la quantité notion mk, le nombre

de fois où l’atome k a été sélectionné, car
N∑
i=1

zi,: =
∑
k

mkδωk
.
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Afin de faire le lien avec le processus du buffet indien, on suppose d’abord que c
est une constante et B0 est continue avec une masse totale finie valant B0(Ω) = α.
On observe maintenant ce qui se passe quand on génère les z en utilisant séquen-
tiellement l’équation (5.17). z1,: ∼ BeP(B0) et B0 est continue, z1,: est donc un pro-
cessus de Poisson d’intensité B0. En particulier, le nombre total de caractéristiques
de z1,: est z1,:(Ω) ∼ P(α). Cela correspond au premier client essayant un nombre
z1,:(Ω) ∼ P(α) de plats. Comme on a vu dans la partie ci-dessus (5.5.2), un proces-
sus de Bernoulli est également un type particulier de processus de Lévy.Un processus
de Bernoulli de mesure discrète et continue est la somme de ces deux contributions
indépendantes. La mesure de base de l’équation (5.17) contient ces deux parties :
continues et discrètes. On va réécrire zN+1,: de l’équation (5.17) sous la forme d’une
somme de deux processus de Bernoulli indépendants.

zN+1,: = U + V (5.18)

où U ∼ BeP( c
c+N

B0) est un processus de Poisson d’intensité c
c+N

B0, générant un
nombre de P( c

c+N
α) nouvelles caractéristiques ; V ∼ BeP( 1

c+N

∑
k

mkδωk
) a un

atome à ωk avec une probabilité mk

c+N
où mk est le nombre d’observations parmi N

observations précédentes ayant choisi l’atome k. On retrouve alors le processus du
buffet indien en fixant le paramètre de concentration à 1.

Remarque : On retrouve le choix de c = 1 dans la construction de l’IBP par la limite
à l’infini (voire section 5.3). Si on ne fixe pas l’hyperparamètre c de la loi Bêta conjuguée
de la loi Bernoulli, l’équation (5.3) devient :

πk | α, c ∼ Beta(
αc

K
, c) (5.19)

qui mène à des modèles plus généraux ;

5.6 Modèles plus généraux de processus du buffet indien

5.6.1 Le processus du buffet indien à deux paramètres

Une extension de l’IBP à deux paramètres est présentée dans [81] en tenant en
compte le paramètre de concentration c. Dans ce modèle, le client i choisit le plat
k parmi les plats précédents avec probabilité mk

i−1+c
, puis Poisson( αc

i−1+c
) nouveaux

plats. Pour rappel, mk est le nombre de fois où le plat k a été choisi par les clients
précédents. On reprend la construction de l’IBP par la limite à l’infini en utilisant
l’équation (5.19). La distribution jointe de lamatriceZ, quandK est fini, dans l’équation
(5.5) devient :

P(Z) =
K∏
k=1

Γ(αc
K

+ c)

Γαc
K
Γc

Γ(mk +
αc
K
)Γ(N −mk + c)

Γ(N + c+ αc
K
)

. (5.20)
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(a) c = 0.2 (b) c = 1 (c) c = 2.5

Figure 5.7 – Réalisation selon un processus du buffet indien à deux pa-
ramètres pour 20 observations avec α=5 et (a) c = 0.2, (b)
c = 1, (c) c = 2.5 .

La distribution de probabilité correspondante sur les classes d’équivalence [Z], quand
K →∞, est donnée par :

P([Z]) =
(αc)K

2N−1∏
h=1

Kh!

exp(−αc
N∑
i=1

1

c+ j − 1
)

K∏
k=1

β(mk, N −mk + c) (5.21)

En fixant c = 1, on retrouve l’équation (5.1). L’espérance du nombre de caractéris-

tiqueK estE[K] =

(
αc

N∑
i=1

1
i−1+c

)
. Pour un cfini et pour unnombre d’observations

N très grand, le comportement asymptotique deK estK ≈ αc log(N). Cependant,
si c ≫ 1, le régime logarithmique est précédé par une croissance linéaire pour un
nombre d’observations N < c.

Le paramètre α de l’IBP contrôle à la fois le nombre total K de caractéristiques
et le nombre de caractéristiques possédées par l’objet (la parcimonie). L’IBP à deux
paramètres a une flexibilité supplémentaire. Ces deux critères de la matrice Z sont
contrôlés indépendamment . Le paramètre α contrôle le nombre totalK de caracté-
ristiques et c régularise la parcimonie. Plus c est grand, plus la matrice Z est parci-
monieuse.

La figure 5.7 illustre trois matrices Z distribuées selon un processus du buffet in-
dien à deux paramètres pour N = 20 avec le même α=5 et différents paramètres
c = 0.2, 1 et 2.5 respectivement. Les trois matrices ont presque le même nombre
d’éléments non nuls, mais le nombre K de caractéristiques utilisées varie considé-
rablement. Pour la figure 5.7(a), on a 105 éléments non-nul pour K = 8, pour la
figure5.7(b) 102 éléments non-nul avec K = 15 et sur la figure 5.7(c) K = 30 avec
106 éléments non-nul. Plus c est petit, plus la densité de chaque caractéristique est
élevée. Plus c est grand, moins les caractéristiques sont utilisées.

5.6.2 Le processus du buffet indien à trois paramètres

La partie 5.5.3 a présenté le processus du buffet indien comme la marginale du
processus Bêta. On peut établir une lien avec le chapitre 4. Dans la partie 4.4, le
processus de Restaurant Chinois est la marginale du processus de Dirichlet. Pour
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rappel, le processus de Dirichlet permet de générer un nombre potentiellement in-
fini de clusters, et la vitesse à laquelle les nouveaux clusters sont générés est relative-
ment lente. Or, de nombreux phénomènes sont caractérisés par des distributions en
loi de puissance [82]. Ces lois de puissance se retrouvent notamment entre les fré-
quences d’apparition des différentes occurrences d’un phénomène et le rang de ces
occurrences dans une suite ordonnée. La généralisation du processus de Dirichlet
s’appelant le processus Pitman-Yor (PYP, cf. 4.2.5) permet de retrouver un compor-
tement de la loi de puissance [69, 70]. Grâce à ses propriétés sur la loi de puissance,
le PYP a eu de nombreuses applications, notamment, dans la modélisation des dif-
férents phénomènes linguistiques [83, 84], la segmentation d’image [85], et l’analyse
PET [86].

Dans [87], Teh et Görür généralisent le processus bêta au processus stable-bêta
et trouvent des relations intéressantes entre le processus stable-bêta et le processus
Pitman-Yor. Une version de l’IBP à trois paramètres est proposée l’IBP en utilisant
le processus stable-bêta. Dans cette extension, le comportement en loi de puissance
de la fréquence d’utilisation des plats est contrôlé en plus via ϱ, un troisième pa-
ramètre de la stabilité (exposant). En utilisant la métaphore habituelle des clients
entrant dans un restaurant du buffet indien et choisissant séquentiellement les plats
à partir d’infinité de plats, la généralisation avec des paramètres α > 0, c > −ϱ et
ϱ ∈ [0, 1) se présente comme suit :

1. Le premier client choisit Poisson(α) plats .

2. Le client n+ 1 choisit :
- le plat k parmi les plats précédents avec probabilité

mk − ϱ

n+ c
où mk > 0

est le nombre de clients ayant déjà choisi le plat k.
- Poisson(αΓ(1+c)Γ(n+c+ϱ)

Γ(n+1+c)Γ(c+ϱ)
) nouveaux plats.

Quand ϱ = 0, on retrouve l’IBP à 2 paramètres.

5.7 Discussion

Au cours du chapitre 4 et 5, nous avons présenté deux types de distributions non
paramétriques. Le processus de Dirichlet et sa marginale, le processus du restaurant
chinois , qui ont des applications en statistiques dans ce qu’on appelle les modèles
de mélange. Dans la famille des modèles à variables latentes, on trouve le processus
Bêta ainsi que son dérivé, le processus du buffet indien.

Ce chapitre décrit quatre manières de construire le processus de buffet indien de
paramètre α. Dans la construction utilisant la métaphore du buffet indien, les pro-
babilités πk des caractéristiques sont marginalisées. Dans les autres constructions,
l’apparence des πk est plus claire, et une procédure générative est décrite pour échan-
tillonner les πk. Dans la pratique, la construction par la métaphore et celle par stick-
breaking ont tendance à être plus utilisées pour l’inférence. Cependant, les construc-
tions par la limite à l’infini et le processus de Bêta-Bernoulli présentent explicitement
l’échangeabilité et l’indépendance de la distribution. En passant par la construction
par le processus Bêta-Bernoulli, une extension de l’IBP avec 2 paramètres est présen-
tée dans [81]. Une autre version de l’IBP à trois paramètres a été introduite [87] : elle
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permet de prendre en compte le comportement en loi de puissance de la fréquence
d’utilisation des plats (atomes).

Retenons que le principe d’une approche bayésienne nonparamétrique pour cons-
truire desmodèles à nombre de degrés de liberté potentiellement infini est d’introduire
des modèles de lois a priori sur des espaces de mesures aléatoires. Nous avons no-
tamment détaillé les processus deDirichlet et les processus Bêta. Ces approches four-
nissent une alternative à la sélection de modèle. Nous nous en servirons pour ap-
prendre des dictionnaires de taille adaptative. Le chapitre 6 présente l’inférence de Z
dont la loi a priori est de type IBP(α).



CHAPITRE6
Inférence et processus du Buffet Indien

Dans ce chapitre, on examine le problème de l’inférence de Z distribuée selon un
IBP(α), processus du buffet Indien de paramètre α. Pour cela, on choisit d’abord
un contexte simplifié avec un modèle linéaire gaussien à variables latentes binaires.
Ensuite, on introduit dans le chapitre 7 un algorithme d’inférence de Z dans un cas
plus général. Chaque observation dans un modèle à variables latentes peut posséder
un ensemble de caractéristiques (features). Dans une problématique d’apprentissage
de dictionnaire, les caractéristiques seront les atomes du dictionnaire. Ce chapitre
apporte une contribution bibliographique sur l’échantillonnage correct du modèle
de buffet indien. Les calculs et formules sont détaillés dans l’Annexe A.1.

6.1 Modèle linéaire gaussien à variables latentes binaires

Dans le chapitre 5, les lignes de la matrice Z représentaient les clients et les co-
lonnes des plats. Notons que dans ce chapitre et les suivants, Z est de taille K × N ,
les lignes représentent maintenant des plats (caractéristiques) et les colonnes repré-
sentent des clients (observations). La figure 6.1 présente le modèle linéaire gaussien
à variables latentes binaires suivant :

Y = DZ+ ε (6.1)
εi ∼ N (0, σ2

εIL), ∀1 ≤ i ≤ N (6.2)
dk ∼ N (0, σ2

DIL), ∀k ∈ N (6.3)
Z ∼ IBP(α) (6.4)

où Y ∈ RL×N contient N observations, chaque colonne de Y représente une obser-
vation yi de dimension L. ε = [ε1, . . . , εi, . . . , εN ] ∈ RL×N est le bruit, D ∈ RL×K

s’appelle le dictionnaire,Z ∈ {0, 1}K×N est la matrice des variables latentes binaires.
Chaque colonne k de D est un atome dk de dimension L. Chaque ligne de Z re-
présente les coefficients d’un atome pour l’ensemble des observations. Le nombre
d’atomes est défini par le nombre de colonnes de D mais aussi par le nombre de
lignes de Z. De même, Z est une matrice avec un nombre potentiellement infini de
lignes etD contient aussi un nombre potentiellement infini de colonnes. Lorsqu’une

Y DZ

σ2
ε

N

α
IBP

σ2
D

N

Figure 6.1 – Modèle linéaire gaussien avec les variables latentes binaires
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ligne de Z ne contient que des zéros, cela revient à supprimer de D la colonne de
l’atome correspondant à cette ligne de Z. Notons que le nombre K d’atomes sera
contrôlé par Z grâce au processus du Buffet Indien et non pas par une loi a priori sur
D.

Pour i = 1 : N
Pour k = 1 : K

Échantillonner zki : utilisation de l’atome k par l’observation i

Échantillonner kinew : nombre de nouveaux atomes proposé par i
Mettre à jour K

Algorithme 7 : Pseudo-algorithme d’échantillonnage de Z ∼ IBP(α).

Notre objectif est de caractériser la distribution a posteriori p(Z|Y,D, ε) incluant
implicitement le nombre d’atomes K . Z est une matrice avec un nombre potentiel-
lement infini de lignes. En pratique on travaille avec les lignes non-nulles, autre-
ment dit sur les atomes actifs. Un atome est dit actif lorsqu’aumoins une observation
l’utilise. Les deux étapes pour échantillonner Z proposées dans [57, 58] sont :

1. la mise à jour des zki = Z(k, i) pour les atomes k actifs (∃i | zki ̸= 0),

2. l’ajout de nouvelles lignes pour Z qui correspond à l’activation de nouveaux
atomes dans le dictionnaire D.

L’algorithme 7 fait appel à ces deux étapes d’échantillonnage. Ce chapitre décrit
les différents échantillonnages pour Z liés à ces deux étapes : l’échantillonnage de
Gibbs usuel, l’échantillonnage de Gibbs marginalisé ou en anglais Collapsed Gibbs
Sampling (CGS) [57, 58], l’échantillonnage de Gibbs marginalisé accéléré (Accelera-
ted Collapsed Gibbs Sampling, ACGS) [88].

6.2 Échantillonnage de Gibbs

6.2.1 Utilisation de l'atome k par l'observation i

L’échantillonnage de Gibbs est une technique MCMC pour échantillonner sui-
vant une distribution jointe sur plusieurs variables. Pour rappel, l’échantillonnage
des atomes actifs est équivalent au choix de chaque client i devant les plats k choisis
par les clients précédents dans la métaphore du buffet indien. Pour chaque observa-
tion i la distribution a posteriori de zi est une distribution jointe sur z1i, z2i, . . . , zKi.
Dans cette approche, zki est échantillonné à partir de la distribution a posteriori

P(zki | yi,D, zi(−k), σ2
ε) ∝ p(yi|D, zi, σ2

ε)P(zki | Z−(ki)). (6.5)

zki est simulé selon une distribution Bernoulli pondérée par les vraisemblances pour
chaque paire (observation i, atome k).
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Comme l’IBP est une distribution échangeable, voir partie 5.2, on peut voir chaque
client comme le dernier client qui arrive. Soit mk,−i le nombre d’observations sans
compter l’observation i utilisant l’atome k. Le terme a priori est

P(zki = 1|Z−(ki)) =
mk,−i

N
. (6.6)

La vraisemblance p(yi|D, zi, σ2
ε) est facilement calculée à partir du modèle Gaussien

de la figure 6.1. Grâce à la règle de Bayes, on peut écrire :

p(zki|yi,D,Z(−ki), σε) ∝ N (yi|Dzi, σ2
εIL)P(zki|Z−(ki)). (6.7)

Les probabilités a posteriori de zki = 0 ou 1 sont proportionnelles à (p0, p1) définies
par :

p0 = 1− mk,−i

N
(6.8)

p1 =
mk,−i

N
exp

[
− 1

2σ2
ε

(
dTkdk − 2dTk(yi −

K∑
j ̸=k

djzji)

)]
. (6.9)

zki peut être échantillonné à partir d’une distribution Bernoulli

zki ∼ Bernoulli
(

p1
p0 + p1

)
. (6.10)

Les calculs sont détaillés dans l’Annexe A.1.1.

6.2.2 Nombre de nouveaux atomes proposé par l'observation i

Après avoir choisi parmi les plats déjà choisis par les clients précédents, le client i
choisit en plus knew ∼ Poisson(α

i
) nouveaux plats (cf. partie 5.2,). Chaque client est

considéré comme le dernier client arrivant grâce à la propriété d’échangeabilité de
l’IBP. La loi a priori du nombre de nouveaux plats (atomes) est :

kinew ∼ Poisson
( α

N

)
. (6.11)

Il est à noter que le client i provoque l’ajout de kinew nouveaux plats, donc kinew
lignes sont ajoutées à la matrice Z. Dans ces kinew lignes, les zinew, les nouveaux élé-
ments de la colonnes i sont tous des 1 et les kinew coefficients des autres colonnes
sont des 0. La loi a posteriori de kinew peut être calculée de la manière suivante :

p(kinew | yi, [D,Dnew], zi, σ2
ε, α)

∝ P
(
kinew |

α

N

)
p(yi | [D,Dnew], [zi; zinew], σ2

ε). (6.12)

L’ajout de nouvelles lignes à Z correspond à l’ajout de nouvelles colonnes Dnew à
D. On l’appelle également l’activation de nouveaux atomes du dictionnaire. Un terme
Dnew apparaît quand on veut échantillonner le nombre de nouveaux atomes. La loi
a priori de nouveaux atomes est une loi Gaussienne où pour chaque kajout ∈ [1 :
kinew] :

dajout ∼ N (0, σ2
DIL). (6.13)
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Il faut simuler maintenant non seulement kinew mais aussi Dnew :

p(kinew,Dnew | yi,D, zi, σ2
ε, σ

2
D, α)

∝ p(yi | [D,Dnew], [zi; zinew], σ2
ε, σ

2
D)P

(
kinew |

α

N

)
N (Dnew | 0L×kinew , σ2

DIL).
(6.14)

Cette loi jointe n’est pas une loi identifiée suivant laquelle on sait simuler di-
rectement. On fait alors appel aux méthodes dites Métropolis-Hastings (MH), cf.
partie 2.6.4. Ces méthodes peuvent être utilisées ici pour échantillonner le nombre
de nouveaux atomes ainsi que les nouveaux atomes. Comme l’échantillonnage de
Gibbs, l’échantillonneur Metropolis-Hastings est une méthode MCMC qui produit
une séquence d’échantillons distribués suivant une loi cible à partir d’une distribu-
tion connue. Pour simplifier, on peut choisir la loi a priori comme loi de proposition.

kiprop ∼ Poisson
( α

N

)
(6.15)

Dprop ∼
kiprop∏
k=1

N (0, σ2
DIL). (6.16)

Dans ce cas, l’expression de la probabilité de mouvement devient le rapport des vrai-
semblances :

a = min
(
1,

p(yi | [D,Dprop], [zi; ziprop], σ2
ε)

p(yi | D, zi, σ2
ε)

)
(6.17)

Si a > U[0,1] alors kinew = kiprop etDnew = Dprop : on ajoute kinew nouveaux atomes.
Sinon on garde l’état initial, c’est-à-dire kinew = 0, aucun nouvel atome n’est ajouté.

6.3 Échantillonnage de Gibbs marginalisé

6.3.1 Intérêt de la marginalisation

Un échantillonneur de Gibbs pourrait suffire si le modèle a un dictionnaire (le
nombre K d’atomes) de taille fixe. Or, nous souhaitons nous affranchir de cette li-
mitation. Le modèle utilisant l’IBP comme une loi a priori qui permet de traiter
cette restriction en fournissant un modèle avec un nombre potentiellement infini
d’atomes. Non seulement le dictionnaire est échantillonné mais le nombre de ces
atomes aussi. L’étape où l’on échantillonne le nombre de nouveaux atomes nécessite
une étape deMetropolis-Hastings car onne sait pas simuler directement suivant la loi
jointe. Dans cette étape, les nouveaux atomes doivent être proposés aussi, voir 6.2.2.
Cependant, le mélange de la chaîne peut être lent puisqu’on explore un espace de
dimension L × kinew, la dimension de l’atome fois le nombre de nouveaux atomes,
surtout si la dimension L de l’atome est grande. Une solution naturelle apportée par
les méthodes bayésiennes à ce type de problème consiste à marginaliser le diction-
naire dans cette étape. Un échantillonneur de Gibbs marginalisé propose d’intégrer
la loi a posteriori par rapport àD [58] afin de réduire l’espace d’état et donc le temps
de mélange. Cette technique constitue un avantage des approches bayésiennes et ne
possède pas d’équivalent direct dans la famille des méthodes d’optimisation.
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Vraisemblance marginalisée :
On calcule facilement une vraisemblancemarginalisée par rapport au dictionnaire

D. Soit M = (ZZT + σ2
ε

σ2
D
IK)−1,

p(Y | Z, σ2
ε, σ

2
D) =

∫
p(Y | D,Z, σ2

ε)p(D | σD)dD

=
|σ2

εM|L/2

(2π)NL/2σNL
ε σKL

D

exp
{
− 1

2σ2
ε

tr
[
Y(I− ZTMZ)YT]} .

(6.18)

Les détails du calcul sont dans l’Annexe A.1.2.

Échantillonnage de zki en utilisant la vraisemblance marginalisée :
La distribution a posteriori de chaque zki dans l’échantillonnage de Gibbs margi-

nalisé est la suivante :

p(zki|yi,Z(−ki), σ
2
ε, σ

2
D) ∝ p(Y | Z, σ2

ε, σ
2
D)P(zki|Z−(ki)). (6.19)

Par conséquent, la distribution Bernoulli dans l’équation (6.10) pour échantillonner
zki dépend de

p0 =
(
1− mk,−i

N

)
p(Y | Z, σ2

ε, σ
2
D) (6.20)

p1 =
mk,−i

N
p(Y | Z, σ2

ε, σ
2
D). (6.21)

Échantillonnage de kinew :
La distribution a posteriori marginalisée de kinew est la suivante :

p(kinew | Y, [Z;Zinew],σ
2
ε, σ

2
D, α)

∝ P
(
kinew |

α

N

)
p(Y | [Z;Zinew], σ

2
ε, σ

2
D).

(6.22)

En marginalisant le dictionnaire D, on n’a pas besoin de proposer les nouveaux
atomes. L’avantage de l’échantillonneur de Gibbs marginalisé est que l’intégration
de D donne à l’échantillonneur un taux de mélange plus rapide (grâce au théorème
de Rao-Blackwell [42]).

Dans [58], Griffiths et Ghahramani ont proposé d’échantillonner kinew en tron-
quant la distribution du nombre de nouveaux atomes à un certain niveau de tronca-
ture kmax. On calcule les poids dans (6.22) pour 0 ≤ kinew ≤ kmax. Ensuite, une loi
Multinomiale permet d’échantillonner kinew.

Une deuxième possibilité est d’utiliser l’algorithme Metropolis-Hastings (MH)
proposé dans 6.2.2 pour échantillonner kinew. En utilisant la loi a priori comme loi
de proposition, l’expression de la probabilité de mouvement devient le rapport des
vraisemblances marginalisées :

a = min
(
1,

p(Y | [Z;Zprop], σ
2
ε, σ

2
D)

p(Y | Z, σ2
ε, σ

2
D))

)
. (6.23)

Dans 6.4.4, pour échantillonner kinew, on utilise aussi l’algorithme MH en utilisant
la loi a priori comme loi de proposition.
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Toutefois, une remarque dans [58] signale que l’étape d’échantillonnage kinew pro-
posée dans [57, 58] pourrait poser problème. On en discutera dans la partie 6.5, ainsi
que la façon de le corriger.

Remarque : Le calcul de la marginalisation passe par une étape de calcul de la loi a
posteriori deD (cf. Annnexe A.1.2). La loi a posteriori d’une vraisemblance gaussienne
associée à loi la a priori gaussienne est aussi une loi gaussienne :

p(D | Y,Z, σ2
D) ∝ N (µD|Y,Z,ΣD|Y,Z). (6.24)

Une possibilité pour mettre à jour le dictionnaire serait d’utiliser l’espérance de sa loi a
posteriori :

E[D | Y,Z] = µD|Y,Z = YZTM = YZT(ZZT +
σ2
ε

σ2
D

IK)−1. (6.25)

Dans l’équation (6.22), la marginalisation de D nous permet de négliger la proposi-
tion de nouveaux atomes. Par contre, on retrouve dans la vraisemblance marginalisée
de l’équation (6.18), le terme YZT(ZZT + σ2

ε

σ2
D
IK)−1 qui joue le rôle d’un dictionnaire

intermédiaire correspondant à son espérance a posteriori :

p(Y | Z, σ2
ε, σ

2
D) =

1

(2π)NL/2σ
(N−K)L
ε σKL

D |ZZT + σ2
ε

σ2
D
IK |L/2

exp
{
− 1

2σ2
ε

tr[Y(IN − ZT(ZZT +
σ2
ε

σ2
D

IK)−1Z)YT]

}
.

(6.26)

6.3.2 Problèmes numériques

Les principales limitations de l’échantillonnage de Gibbsmarginalisé sont sa com-
plexité numérique et son temps de calcul [88, 89]. La durée d’exécution de l’échanti-
llonneur de Gibbs marginalisé est dominée par le calcul dans l’exposant du terme :

Y(IN − ZT(ZZT +
σ2
ε

σ2
D

IK)−1Z)YT. (6.27)

Une première difficulté de cet échantillonnage de Gibbs marginalisé est la mise
à jour de M = (ZZT + σ2

ε

σ2
D
IK)−1. Pour chaque client i choisissant chaque plat k

existant, la matrice M doit être recalculée pour deux possibilités zki = 1 et zki = 0.
L’inversion de matrice est une des opérations coûteuses. La complexité d’inverser
une matrice de taille K ×K en utilisant la méthode de Gauss est O(K3). Toutefois,
il est à noter que ZZT peut s’exprimer comme une somme de produits de variables

latentes :
N∑
i=1

zizTi . Une méthode de rank-one update[58] est proposée en utilisant le

lemme d’inversion de matrice pour ajouter ou supprimer facilement l’influence d’un
seul zi de M.
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Soit M−i = (
N∑
j ̸=i

zjzTj +
σ2
ε

σ2
D
IK)−1,

M−i = (M−1 − zizTi )
−1 = M− MzizTi M

zTi Mzi − 1
(6.28)

M = (M−1
−i + zizTi )

−1 = M−i −
M−izizTi M
zTi Mzi + 1

. (6.29)

Grâce à la méthode rank-one update la complexité de l’inverse de (ZZT + σ2
ε

σ2
D
IK) est

O(K2). Cependant, il est conseillé de calculer de temps en temps l’inverse complète
afin d’éviter l’accumulation d’erreurs numériques.

Même si une méthode de rank-one update a été proposée pour mettre à jour M,
il reste encore le calcul de Y(IN − ZTMZ)YT dans l’équation (6.18). Les produits de
matrice restants nécessitent O(N2 + 2NK2 + 2N2L) opérations respectivement.
Ainsi, la complexité pour NK échantillonnages de zki est O(NK(N2 + 2NK2 +
2N2L)) = O(N3K + 2N2K2 + 2N3KL). Le terme dominant de cette complexité
est de l’ordre deO(N3KL). Ce qui ne passe pas à l’échelle, surtout quand le nombre
d’observations N est très grand. Pour la résolution de problèmes inverses en traite-
ment d’image,N est le nombre des patches extraits à partir d’une image. Par exemple,
pour une image de taille 512× 512, N peut être égale à 255025, voir partie 3.2.

Dans l’échantillonnage deGibbs usuel, le calcul de la vraisemblance p(yi|D, zi, σ2
ε)

est dominé par le terme Dzi qui a une complexité de O(KL). Comme il existe NK
zki à échantillonner, la complexité finale est O(NK2L). Sa complexité est moins
importante que celle de l’échantillonneur de Gibbs marginalisé, mais le mélange est
moins rapide.

6.4 Échantillonnage de Gibbs marginalisé accéléré

6.4.1 Description générale

Dans [88], Doshi-Velez et Ghahramani ont proposé un échantillonnage de Gibbs
marginalisé accéléré (AcceleratedCollapsedGibbs Sampling, ACGS) pourZ ∼ IBP(α)
dans le modèle présenté dans la partie 6.1. Cette version accélérée permet de réduire
la complexité à O(N(KL+K2)) [88]. L’algorithme 8 décrit les étapes de ce nouvel
échantillonnage.

La motivation de ce nouvel échantillonnage est de garder la rapidité de mélange
de l’échantillonnage de Gibbs marginalisé mais en réduisant sa complexité. La com-
plexité de l’échantillonnage de Gibbs marginalisé est coûteuse à cause du calcul de la
vraisemblance marginalisée (6.18) qui dépend de l’ensemble des données. Sous les
conditions d’indépendance, l’ensemble des données Y peut être divisé en deux sous-
ensembles. Un sous-ensemble contient l’observation yi correspondant à zi et l’autre
représente le reste. Pour obtenir la complexité la plus faible O(N(KL +K2)) [88],
on choisit de partitionner Y en [yi,Y−i] correspondant à Z = [zi;Z−i].
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Utiliser la statistique suffisante pour la loi a posteriori de D via eq.(6.38)
Pour i = 1 : N

Enlever l’influence de donnée i sur la distribution a posteriori de D via
eq.(6.41),(6.42)
Pour k = 1 : K

Échantillonner des caractéristiques actives Z(k, i) via eq.(6.47),(6.48)
Inférer le nombre de nouveaux atomes
Mettre à jour K
Remettre l’influence de donnée i sur la distribution a posteriori de D via
eq.(6.43),(6.44)

Algorithme 8 : Échantillonnage de Gibbs marginalisé accéléré de Z ∼ IBP(α).

Dans le cas de l’échantillonnage de Gibbs marginalisé, on intègre par rapport à la
variable D. Bien que la variable D ne se présente pas dans la vraisemblance margi-
nalisée (6.26), il apparaît quand même un terme contenant les données Y qui joue
le rôle d’un dictionnaire intermédiaire. L’échantillonnage de zi en utilisant la vrai-
semblance marginalisée doit dépendre de toutes les données yi et Y−i. À l’inverse,
dans le cas de l’échantillonnage de Gibbs usuel, la vraisemblance contient la variable
D mais l’échantillonnage de zi ne dépend que des données yi.

L’échantillonnage de Gibbs marginalisé accéléré se base sur la marginalisation par
rapport à D, par contre, il propose de mettre à jour la distribution a posteriori de D
afin de pouvoir l’utiliser pour échantillonner zi. Pour cela, l’idée est de soustraire
l’influence de i sur la distribution a posteriori de D. L’échantillonnage de zi dépend
de yi et de la distribution a posteriori de D sans l’influence de yi et zi. Une fois zi est
échantillonné, on réintègre l’influence de i sur la distribution a posteriori deD. Cette
démarche est détaillée ci-après.

6.4.2 Échantillonnage accéléré

L’échantillonnage de Gibbs marginalisé accéléré est effectué avec une vraisem-
blance quasi-marginalisée. On commence par procéder à unemarginalisation comme
dans l’équation (6.18)

p(Y | Z, σ2
ε, σ

2
D) ∝

∫
p(Y | D,Z, σ2

ε)p(D | σ2
D)dD. (6.30)

Par contre, la variable D n’est pas intégrée directement. On sépare d’abord les ob-
servations Y = [yi,Y−i] et les variables latentes Z = [zi,Z−i]. Sous conditions
d’indépendance entre les observations, on écrit l’équation (6.30) comme suit :

p(yi | zi, σ
2
ε, σ

2
D)p(Y−i | Z−i, σ

2
ε, σ

2
D)

∝
∫

p([yi,Y−i] | D, [zi,Z−i]σ
2
ε)p(D | σ2

D)dD (6.31)

∝
∫

p(yi | D, zi, σ2
ε)p(Y−i | D,Z−i, σ

2
ε)p(D | σ2

D)dD. (6.32)

On utilise la règle de Bayes pour p(Y−i | D,Z−i, σ
2
ε)p(D | σ2

D). Comme ces deux dis-
tributions sont des gaussiennes, la distribution a posteriori p(D | Y−i,Z−i, σ

2
ε, σ

2
D)
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est aussi une gaussienne. Voir la partie 6.4.3 pour les détails de la loi a posteriori de
D. L’équation (6.32) devient :

p(yi | zi,Y−i,Z−i,σ
2
ε, σ

2
D)∝

∫
p(yi | D, zi, σ2

ε)p(D | Y−i,Z−i, σ
2
ε, σ

2
D)dD

∝
∫

p(yi | D, zi, σ2
ε)N (D | µD|Y−i,Z−i

,ΣD|Y−i,Z−i
)dD. (6.33)

La vraisemblance p(yi | D, zi, σ2
ε) est aussi une gaussienne.

Soit ∆−i = {µD|Y−i,Z−i
,ΣD|Y−i,Z−i

}, l’intégrale dans l’équation (6.33) devient :

p(yi | zi, σ
2
ε,∆−i) ∝ N (yi | µyi|∆−i

,Σyi|∆−i
) (6.34)

avec
µyi|∆−i

= µD|Y−i,Z−i
zi

Σyi|∆−i
= zTi ΣD|Y−i,Z−i

zi + σ2
εIK .

(6.35)

Il reste à travailler sur les quantités µyi|∆−i
et Σyi|∆−i

que l’on présentera dans la
partie 6.4.3.

6.4.3 Mise à jour de la distribution a posteriori de D

La distribution a posteriorideD est une distribution gaussienne d’espéranceµD|Y,Z
et de covariance ΣD|Y,Z (cf. Annexe A.1.2) :

p(D | Y,Z, σ2
ε, σ

2
D) ∝ p(Y | D,Z, σ2

ε)p(D | σ2
D)

∝ N (µD|Y,Z,ΣD|Y,Z) (6.36)

avec M = (ZZT + σ2
ε

σ2
D
I)−1 et

ΣD|Y,Z = σ2
εM

µD|Y,Z = YZTM.
(6.37)

La distributionGaussienne appartient à la famille exponentielle. Cela permet d’utiliser
la statistique suffisante (ou information form) [89, 90] :

gD|Y,Z = Σ−1
D|Y,Z = (1/σ2

ε)M−1

hD|Y,Z = µD|Y,Z gD|Y,Z = (1/σ2
ε)YZ

T.
(6.38)

où M−1 = (
N∑
i=1

zizTi +
σ2
ε

σ2
D
I).

L’avantage de la statistique suffisante est de rendre plus facile la manipulation sur
l’influence d’une observation idans la distribution a posteriori deD. La distribution a
posteriori p(D | Y−i,Z−i, σ

2
ε, σ

2
D) tenant compte de toutes les données sauf la donnée

i est aussi une distribution gaussienne. Son espérance µD|Y−i,Z−i
et sa covariance

ΣD|Y−i,Z−i
sont facilement déterminées grâce à l’utilisation de la statistique suffisante.

On enlève l’influence de l’observation i de la manière suivante :
gD|Y−i,Z−i

= gD|Y,Z − σ−2
ε zizTi

hD|Y−i,Z−i
= hD|Y,Z − σ−2

ε yiz
T
i .

(6.39)

On peut aussi la réintégrer comme suit :

gD|Y,Z = gD|Y−i,Z−i
+ σ−2

ε zizTi
hD|Y,Z = hD|Y−i,Z−i

+ σ−2
ε yiz

T
i

(6.40)
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En pratique, on a besoin de ΣD|Y−i,Z−i
= g−1

D|Y−i,Z−i
plutôt que de gD|Y−i,Z−i

pour
calculer la vraisemblance quasi-marginalisée (6.34). Comme une seule observation
est traitée à la fois, on peut utiliser le lemme d’inversion matricielle pour ajouter
ou supprimer facilement l’influence d’une seule donnée i sur la covariance de la loi
a posteriori de D. Ceci évite d’effectuer des inversions matricielles coûteuses. Pour
enlever l’influence de la donnée i :

ΣD|Y−i,Z−i
= ΣD|Y,Z −

zTi ΣD|Y,Zzi − σ2
ε

ΣD|Y,ZzizTi ΣD|Y,Z
(6.41)

µD|Y−i,Z−i
= (hD|Y,Z − σ−2

ε yiz
T
i )ΣD|Y−i,Z−i

(6.42)

Pour ajouter l’influence de la donnée i pour calculer ΣD|Y,Z :

ΣD|Y,Z = ΣD|Y−i,Z−i
−

zTi ΣD|Y−i,Z−i
zi + σ2

ε

ΣD|Y−i,Z−i
zizTi ΣD|Y−i,Z−i

(6.43)

µD|Y,Z = (hD|Y−i,Z−i
+ σ−2

ε yiz
T
i )ΣD|Y,Z (6.44)

Les détails des calculs ci-dessus sont dans l’Annexe A.1.3. Les quantités µyi|∆−i
et

Σyi|∆−i
sont ensuite utilisées dans le calcul de la vraisemblance quasi-marginalisée

pour échantillonner zi. À la fin de l’échantillonnage de chaque zi, on réintègré faci-
lement l’influence de zi et yi dans ces quantités afin de les mettre à jour.

6.4.4 Inférence de Z

Échantillonnage de zki :
zki peut être échantillonné à partir d’une distribution Bernoulli :

zki ∼ Bernoulli
(

p1
p0 + p1

)
(6.45)

Soit ∆−i = {µD|Y−i,Z−i
,ΣD|Y−i,Z−i

}. Dans l’échantillonnage de Gibbs marginalisé
accéléré (ACGS), le probabilité a posteriori de zki est :

P(zki | yi,Z(−ki), σ
2
ε,∆−i) ∝ P(zki | Z(−ki))p(yi | zi, σ

2
ε,∆−i) (6.46)

Les probabilités a posteriori de zki = 0 ou 1 sont proportionnelles à (p0, p1) définies
par :

p1 =
mk,−i

N
N (yi | µyi|∆−i

,Σyi|∆−i
) (6.47)

p0 =
(
1− mk,−i

N

)
N (yi | µyi|∆−i

,Σyi|∆−i
). (6.48)

On utilise d’abord la statistique suffisante pour la loi a posteriori de D. Puis pour
chaque donnée i, on utilise (6.41) et (6.42) pour supprimer l’influence des données i
sur la distribution a posteriori deD et donc sur la distribution a posteriori de zki. Une
fois que zi est échantillonné, on remet l’influence de i dans la loi a posteriori . La com-
plexité dominante de ces opérations estO(NK2). Lors de l’inférence de zki, le calcul
de la vraisemblance est dominé par une complexité deO(KL) L’échantillonnage de
Gibbs marginalisé accéléré [88] peut réduire la complexité à O(NK2 + NK2L)),
voir l’algorithme 8 page 68 .
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Échantillonnage de kinew :
Soit kinew le nombre de nouveaux atomes. Lorsqu’un client i choisit kinew atomes,

on ajoute kinew nouvelles lignes à la matrice Z . Ces nouvelles lignes contiennent des
zéros sauf la colonne i ne contenant que des 1. On appelle Znew, la matrice des kinew
lignes de variables latentes et Dnew les nouveaux atomes correspondant à Znew. La
matrice Znew,−i est la matrice de kinew lignes sauf la colonne i : elle ne contient que
des zéros. Selon l’équation (6.37), la loi a posteriori deDnew sans l’observation i sera
une loi normale de paramètres :

µDnew|Y−i,Znew,−i
= Y−iZT

new,−i(Znew,−iZT
new,−i +

σ2
ε

σ2
D

I)−1 = 0L×kinew

ΣDnew|Y−i,Znew,−i
= σ2

ε(Znew,−iZT
new,−i +

σ2
ε

σ2
D

I)−1 = σ2
DIkinew

(6.49)

qui est aussi la loi a priori de D.

Soit D∗ =
[
D Dnew

]
, Z∗ =

[
Z Znew

]
et ∆∗

−i = {µD∗|Y−i,Z∗
−i
,ΣD∗|Y−i,Z∗

−i
}. La

loi a posteriori p(D∗ | Y−i,Z∗
−i) est une gaussienne de paramètres :

µD∗|Y−i,Z∗
−i

=
[
µD|Y−i,Z−i

µDnew|Y−i,Znew,−i

]
=
[
µD|Y−i,Z−i

0L×kinew
]

(6.50)

ΣD∗|Y−i,Z∗
−i

=

[
ΣD|Y−i,Z−i

0K×kinew

0kinew×K ΣDnew|Y−i,Znew,−i

]
=

[
ΣD|Y−i,Z−i

0K×kinew

0kinew×K σ2
DIkinew

]
(6.51)

La loi a posteriori de kinew dans l’ACGS est calculée de la façon suivante :

p(kinew | yi, zi, σ
2
ε, α,∆

∗
−i) ∝ P

(
kinew |

α

N

)
p(yi | zi, σ

2
ε,∆

∗
−i). (6.52)

Pour échantillonner kinew, on peut utiliser la méthode Métropolis-Hastings décrite
dans la partie 6.3.1. En choisissant la loi a priori comme loi de proposition, l’expression
de la probabilité demouvement est le rapport des vraisemblances quasi-marginalisées.
(cf. eq.(6.34)).

Comme évoqué dans la partie 6.3.1, l’étape de l’échantillonnage kinew proposée
dans [57, 58] peut poser problème. Une correction de ce problème est présentée ci-
après. Notons que la structure de l’échantillonnage de Z reste identique, exceptée
l’étape concernant l’échantillonnage de kinew, correspondant à l’ajout de nouvelles
lignes pour Z.

6.5 Correction de l'échantillonnage de Z

Dans [57, 58], l’échantillonnage de Z consiste en deux étapes : l’étape d’échantill-
onnage de zki pour les atomes actifs et l’étape d’activation de nouveaux atomes. Ce-
pendant il faut tenir compte d’une connection entre l’échantillonnage les zki où l’at-
ome k est seulement utilisé par la donnée i et l’activation de nouveaux atomes. Les
auteurs ont signalé dans [58] que la méthode proposée jusqu’à présent pour échan-
tillonner le nombre de nouveaux atomes dépend de l’état courant de la variable à
échantillonner. Cet échantillonnage n’est pas conforme auxhypothèses de l’échantill-
onnage deGibbs.Unenouvelle versiond’échantillonnage deZ est proposée dans [91].
Nous la détaillons ici.
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i

I1 : mk,−i > 0

I2 : mk,−i = 0

I3 : mk,−i = 0

Clients

Plats

Figure 6.2 – Différents cas de l’inférence de zki.

6.5.1 Mise en évidence du problème

Une matrice Z dont la loi a priori est de type IBP(α) est une matrice avec une infi-
nité de lignes. En pratique seulement les colonnes non nulles restent enmémoire. Ce-
pendant, les colonnes nulles doivent encore être prises en compte puisque le nombre
d’atomes actifs peut changer lors de l’inférence. On s’intéresse maintenant à la fa-
çon d’échantillonner zi proposée dans [57, 58, 88]. La figure 6.2 illustre les cas de
l’inférence de zi. Pour rappel, mk,−i =

∑
Z(k,−i), on définit :

I1 = {zki | mk,−i > 0} (6.53)
I2 = {zki | mk,−i = 0 & zki = 1} (6.54)
I3 = {zki | mk,−i = 0 & zki = 0} (6.55)

1. Casmk,−i > 0 :
Pour échantillonner zki, on utilise le fait que la probabilité que zki = 1 est
mk,−i/N oùmk,−i est le nombre de données utilisant l’atome k sauf la donnée
i. On n’a pas besoin de savoir l’état précédent de zki qui peut être 1 ou 0.
L’échantillonnage ne dépend pas de l’état précédent de la variable zki que
l’on est en train d’échan- tillonner.

2. Casmk,−i = 0 :
Dans le cas où mk,−i = 0, il existe deux situations, soit zki = 1, soit zki = 0.
Dans les versions proposées dans [57, 58, 88], la façon d’échantillonner zki
dans [57, 58] de ces deux situations est la suivante :
— pour les k appartenant à I2, zki = 1 : seul le client i a choisi le plat k et non

pas les autres. Dans l’état courant, la probabilité que le client i se resservie
du plat k est mk,−i/N qui vaut ici 0, ce qui fera disparaître le plat.

— pour les k appartenant à I3, zki = 0 : le client i va ajouter de nouveaux
plats. Le nombre de nouveaux plats est déterminé par une loi de Poisson
de paramètre α/N .

Quand on veut échantillonner une variable, il ne faut pas devoir tenir compte de
l’état courant de cette variable. Or, dans le cas I2 et I3, lors de l’inférence, l’état cou-
rant de zki est pris en compte implicitement. Ensuite, l’échantillonnage dépend de la
valeur de zki (Bernoulli si zki = 1 et Poisson si zki=0). L’échantillonnage de zki dans
ces deux cas correspond aux noyaux différents de la chaîne de Markov en fonction
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Figure 6.3 – Exemple : (a) état courant de Z et (b) proposition de Z.

de l’état courant de la variable qui est en cours d’échantillonnage. Cela ne permet pas
de garantir le bon comportement de la chaîne.

6.5.2 Prise en compte des singletons par Metropolis-Hastings

Dans [91], Knowles etGhahramani proposent unenouvelle versionde l’échantillo-
nnage des zki dans les cas I2 et I3 qui respecte les hypothèses d’un échantillonnage
correct en utilisant l’algorithme Métropolis-Hastings. L’algorithme 9 présente les
étapes de ce nouvel échantillonnage.

Dans le cas où mk,−i > 0, l’échantillonnage de zki peut être effectué selon une
distribution Bernoulli comme dans les versions présentées dans 6.2, 6.3 et 6.4. Les cas
où un plat est utilisé par un seul client s’appellent les ”singletons”. La figure 6.3 illustre
les deux cas où l’on a des singletons. Soit kising le nombre de singletons dans le cas I2,
soit kiprop le nombre de nouveaux plats proposé dans le cas I3. kiprop est proposé par
une loi de proposition q(·). La loi a priori de kising est toujours Poisson(kising; α

N
).

La proposition est acceptée avec une probabilité min(1, akising→kiprop) où :

akising→kiprop =
p(Y|kiprop,−)Poisson

(
kiprop;

α
N

)
q(kising)

p(Y|kising,−)Poisson
(
kising;

α
N

)
q(kiprop)

(6.56)

pour i = 1 : N
kising ← {k | mk,−i = 0}
pour k ∈ {k | mk,−i > 0}

Échantillonner zki dans le cas non singletons (cf. parties 6.2, 6.3
et 6.4)

Proposer kiprop via eq.(6.57)
kinew ←Metropolis-Hastings(kising, kiprop) eq.(6.58)
Mettre à jour K

Algorithme 9 : Pseudo-algorithme d’échantillonnage de Z ∼ IBP(α) en tenant
compte des singletons.
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Nous pouvons proposer simplement :

q(kiprop) = Poisson
(
kiprop;

α

N

)
(6.57)

Dans ce cas :

akising→kiprop =
p(Y|kiprop,−)
p(Y|kising,−)

. (6.58)

Si akising→kiprop > U[0,1] alors kinew = kiprop, sinon kinew = kising. p(Y|kiprop,−) et
p(Y|kising,−) sont des vraisemblances. Dans le cas où l’on utilise l’échantillonnage
de Gibbs marginalisé, ce seront des vraisemblances marginalisées (voir eq. (6.18)),
ou des vraisemblances quasi-marginalisées dans la version accélérée (voir eq. (6.34)).

Dans la suite, l’échantillonnage de Z sera effectué en respectant les hypothèses
de l’échantillonnage. L’étape de l’ajout de nouvelles lignes de Z correspondant aux
nouveaux atomes de D prend en compte les singletons par Métropolis-Hastings.

6.6 Discussion

Nous avons étudié la littérature pour détailler plusieurs méthodes pour échan-
tillonner le processus de buffet indien. Il faut toutefois faire attention à respecter les
hypothèses d’un échantillonnage de Gibbs correct. Cet échantillonnage ne doit pas
dépendre de la valeur courante du paramètre que l’on échantillonne. On a vu que
l’échantillonneur de Gibbs est pratique ici car il s’appuie sur des lois conjuguées, y
compris après marginalisation. On rappelle que la marginalisation permet de “ca-
cher” un paramètre du modèle via une intégrale. Les étapes de marginalisation per-
mettent de réduire l’espace des solutions à explorer. Notons que ces étapes se forma-
lisent naturellement dans un contexte Bayésien en intégrant directement la loi jointe
a posteriori du modèle. Cette étape consiste à proposer une nouvelle vraisemblance
(marginalisée) qui tient compte du comportement moyen au sens de la loi a priori
du paramètre caché. La neg-log vraisemblance marginalisée obtenue à partir d’un
modèle Bayésien peut servir à construire de nouvelles fonctions de coûts pour les
méthodes d’optimisation. En revanche, il n’existe pas d’outils systématiques dans la
famille des méthodes d’optimisation pour construire de nouvelles fonctions de coût
permettant d’intégrer l’influence d’un paramètre.

Ce chapitre présente un travail bibliographique de synthèse sur la question essen-
tielle d’un échantillonnage correct du modèle de buffet indien. Ce travail n’est pré-
senté de façon synthétique que dans nos publications [26, 27]. Les algorithmes décrits
dans ce chapitre sont utilisés par la suite en version accélérée en prenant en compte
les singletons par Metropolis-Hastings. Cependant, dans le cadre de l’apprentissage
de dictionnaire exploré ici, on ne sait pas simuler la loi jointe associée au nouveau
nombre d’atomes induite par l’IBP. On s’est donc proposé d’échantillonner cette loi
en utilisant une étape deMetropolis-Hastings. Lesméthodes deMetropolis-Hastings
permettent de simuler suivant n’importe quelle loi à partir d’une loi de proposition
arbitrairement choisie. Cependant, l’efficacité des méthodes de Metropolis-Hastings
dépend du choix de la loi de proposition. Ici, le dictionnaire a été marginalisé afin de
devoir simplement proposer une loi sur le nombre de nouveaux atomes à ajouter. La
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loi a priori sur le nombre de nouveaux atomes a ensuite été choisie comme loi de pro-
position. Le design d’une loi de proposition plus adaptée fait partie des perspectives
de ce travail, voir 7.2.1.2.

Vue la subtilité de ces algorithmes, les codes Matlab et C seront mis à disposition
dans une logique de recherche reproductible. Cette démarche favorisera peut-être la
popularisation des méthodes bayésiennes non paramétriques qui peuvent paraître
un peu délicates à manipuler au premier abord.





CHAPITRE7
Processus du buffet indien pour
l'apprentissage de dictionnaire

L’apprentissage de dictionnaire pour la représentation parcimonieuse est mainte-
nant bien connu dans le cadre de la résolution de problèmes inverses en traitement
d’image [4]. En général, le nombre d’atomes du dictionnaire est fixé à l’avance. Dans
cette thèse, nous proposons uneméthode qui apprend automatiquement un diction-
naire de taille adaptée grâce à un modèle bayésien non paramétrique de type Buffet
Indien. Les autres paramètres comme le niveau de bruit, la parcimonie sont aussi
estimés avec précision, de sorte que presqu’aucun réglage des paramètres n’est né-
cessaire.
Lemodèle IBP-DL est élaboré pour les problèmes inverses linéaires tels que le débrui-
tage, l’inpainting et l’acquisition compressée (compressed sensing, CS). Différentes
méthodes d’échantillonnage sont aussi étudiées. Un estimateur maximum a poste-
riori marginalisé est dérivé. L’essentiel de ce chapitre est publié dans [26, 27] et un
article est en cours de révision [28]. Ce chapitre est assez technique. Il contient tous
les détails de l’algorithme du modèle proposé. Les calculs et formules sont détaillés
dans l’Annexe A.2.

7.1 Présentation du modèle IBP-DL

Le modèle IBP-DL est un modèle bayésien non paramétrique (BNP). Le support
de la représentation parcimonieuse est contrôlé par une matrice binaire Z. Le pro-
cessus Buffet Indien (IBP) [57, 58] présenté dans les chapitres 5 et 6 est proposé
comme loi a priori non paramétrique sur ce support de représentation. L’acronyme
IBP-DL signifie Indian Buffet Process for Dictionary Learning. Le modèle peut être
décrit ∀ 1 ≤ i ≤ N par :

yi = Hixi + εi, (7.1)
xi = Dwi où wi = zi ⊙ si, (7.2)
dk ∼ N (0, L−1IL),∀k ∈ N, (7.3)
Z ∼ IBP(α), (7.4)

ski ∼ N (0, σ2
s),∀k ∈ N, (7.5)

εi ∼ N (0, σ2
εIL). (7.6)

où ⊙ est le produit Hadamard (terme à terme), N est la distribution Gaussienne, I
représente la matrice identité.
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Figure 7.1 – IBP-DL pour les problèmes inverses linéaires avec un bruit
gaussien.

La figure 7.1 illustre le modèle graphique de IBP-DL. La matrice d’observation Y
contientN vecteurs colonnes yi de dimension L, et seulementQ ≤ L dans le cas de
l’acquisition compressée (compressed sensing, CS). Le vecteur zi ∈ {0, 1}K encode
l’utilisation desK colonnes deD correspondants auxK atomes pour représenter yi.
La matrice Z est de taille K ×N . Le vecteur si ∈ RK représente les coefficients uti-
lisés pour cette représentation. La matrice S a la même taille que Z. Les coefficients
de la représentation sont définis comme wi = zi ⊙ si, dans l’esprit d’un modèle
Bernoulli-gaussien paramétrique, voir chapitre 2 partie 2.6.7.4. Si zki = 1 alors la
donnée i s’associe à l’atome k avec un coefficient W(k, i) = S(k, i) et 0 si non. No-
tons que chaque donnée peut posséder un ensemble de caractéristiques (atomes). La
parcimonie deW est induite par celle de la matrice binaireZ grâce à l’a priori de type
IBP(α).

Le modèle IBP-DL offre un nombre potentiellement infini d’atomes dk de sorte
que la taille du dictionnaire n’est pas limitée a priori . Quand on parle de nombre
d’atomes, onparle de nombre de colonnes deDoudemanière équivalente dunombre
de lignes de Z, voir partie 6.1. La loi a priori de type processus du buffet indien joue
le rôle de la régularisation qui pénalise le nombre K de lignes de Z correspondant
au nombre d’atomes actifs. Pour rappel, un atome dit actif lorsqu’au moins une ob-
servation l’utilise. L’espérance deK est IE[K] ≃ α log(N). LorsqueN →∞ K peut
être aller à l’infini mais sous linéaire, ce qui pénalise la taille de D.

La variance σ2
D est fixée à 1/L en raison de problème l’indétermination du couple

(D,W) à un facteur multiplicatif près. Notons que fixer σ2
D à 1/L revient à écrire que

l’énergie contenue dans chaque atomek vaut, en espérance,E
[
dTkdk

]
=
∑L

i=1 1/L =
1. Il s’agit donc d’une manière douce de les normaliser. Les distributions Gamma
sont utilisées comme les lois a priori conjuguées pour les paramètresθ = (1/σ2

S, 1/σ
2
ε, α).

En pratique, on choisit de faibles valeurs pour les hyperparamètres de précisions
(c0=d0=e0=f0=10−6) afin d’obtenir des hyperpriors non-informatives. α est associé
à une loi de Poisson dans l’IBP. On choisit donc un a priori de typeG(1, 1). Nous sou-
lignons que tous les paramètres de θ sont estimés lors de l’inférence. La distribution
Gamma est définie comme G(x; a, b) = xa−1ba exp(−bx)/Γ(a) pour x > 0.

H est l’ensemble des opérateurs linéaires d’observation {Hi}i=1:N . L’opérateur li-
néaire Hi qui endommage l’observation yi, peut être une matrice non inversible. Le
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problème le plus simple est le débruitage quand Hi = IL [25]. Dans le problème de
l’inpainting, Hi est une matrice binaire diagonale de taille L × L où les zéros in-
diquent les pixels manquants. Dans le cas du compressed sensing, Hi est une matrice
rectangulaire (et aléatoire) dite de projection, de tailleQ×L (Q≪ L). Dans ce qui
suit, nous décrivons l’algorithmeMarkovChainMonte Carlo (MCMC) pour générer
des échantillons en fonction de la distribution a posteriori p(Z,D, S,θ | Y,H, σ2

D)
issue du modèle IBP-DL.

7.2 Algorithmes MCMC

Cette section décrit les stratégies d’échantillonnageMCMCpour échantillonner la
distribution a posteriori p(Z,D, S,θ | Y,H, σ2

D). L’algorithme 10 résume les étapes
principales de l’inférence du modèle IBP-DL. Les hypothèses de l’échantillonnage
lors de l’inférence sont bien respectées, cf. partie 6.5. Les différentes méthodes d’éch-
antillonnage de Gibbs sont proposées. L’échantillonnage de Gibbs usuel peut être
utilisé pour les trois cas du débruitage, de l’inpainting et de l’acquisition compressée.
Nous dérivons l’échantillonneur de Gibbs marginalisé et sa version accélérée pour
l’inpainting. Notons que cet échantillonneur marginalisé fonctionne aussi pour le
débruitage. Ces types d’échantillonneurs n’ont pas encore proposés dans le cas de
l’inpainting, à notre connaissance. Certaines étapes essentielles sont décrites dans
les algorithmes 11, 12 et 13. Pour rappel,W = Z⊙ S. Les variables et paramètres du
modèle IBP-DL sont échantillonnés alternativement selon :

p(Z | Y,H,D, S, σε, α) ∝ IBP(α)
N∏
i=1

N (yi | HiDwi, σ
2
εI∥Hi∥0) (7.7)

p(D | Y,H,Wσε) ∝
K∏
k=1

N (dk; 0, L−1IL)
N∏
i=1

N (yi | HiDwi, σ
2
εI∥Hi∥0)

(7.8)

p(S | Y,H,D, σε, σS) ∝
N∏
i=1

N (si; 0, σ2
SIK)N (yi | HiDwi, σ

2
εI∥Hi∥0) (7.9)

p(σ−2
ε | Y,H,D,W) ∝ G(σ−2

ε | c0, d0)
N∏
i=1

N (yi | HiDwi, σ
2
εI∥Hi∥0) (7.10)

p(σ−2
S | S) ∝ G(σ−2

S | e0, f0)
N∏
i=1

N (si | 0, σ2
SIK) (7.11)

p(α | K) ∝ G(α | 1, 1)P(K | α
N∑
j=1

1

j
). (7.12)

7.2.1 Échantillonnage de la matrice des variables latentes binaires

LamatriceZ a un nombre de lignes potentiellement infinie. En pratique seulement
des lignes non nulles (atomes actifs) sont gardées en mémoire. Soitmk,−i le nombre
d’observations sauf l’observation i utilisant l’atome k. Un atome est dit actif lorsqu’au
moins une observation l’utilise. Les cas où l’atome est utilisé par une seule observa-
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Init. :K = 0, Z=∅, D=∅, α=1, σ2
D=L−1, σ2

S=1, σε

Résultat : D ∈ RP×K ,Z ∈ {0; 1}K×L, S ∈ RK×L, σε

pour chaque itération t
pour donnée i = 1 : N

m−i ∈ NK×1 ←
∑

Z(:,−i) ;
kising ← {k | m−i(k) = 0} ;
pour k ∈ {k | m−i(k) > 0}

Échantillonner zki du cas non-singletons , voir 7.2.1 ;
Proposer kiprop ;
Échantillonner le nombre de nouveaux atomes via MH, voir 7.2.1 ;
%% inclus des nouveaux coefficients de si et/ou des
nouveaux atomes de D

et les nouveaux coefficients pour atome k = 1 : K
Échantillonner dk, voir 7.2.2 ;
Échantillonner sk, voir 7.2.3 ;

Échantillonner σε, σS , α, voir 7.2.4 ;

Algorithme 10 : Pseudo-algorithme décrivant l’inférence du modèle IBP-DL.

tion s’appelle un singleton, voir partie 6.5.2. Les deux étapes de l’échantillonnage de
Z sont :

— échantillonnage des non-singletons zki = Z(k, i) dans le cas des atomes actifs
et mk,−i > 0,

— échantillonnage dunombre de nouveaux atomes correspondant auxnouveaux
singletons.

Pour échantillonner Z, trois méthodes d’échantillonnage de Gibbs (usuel, margina-
lisé, accéléré) se basant sur ces deux étapes sont proposées dans la suite .

7.2.1.1 Échantillonnage de Gibbs usuel

Dans cette approche, Z est échantillonnée à partir de la distribution a posteriori :

P(Z | Y,H,D, S, σ2
ε, α) ∝ p(Y|H,D,Z, S, σ2

ε)p(Z | α) (7.13)

Échantillonnage de zki pour les cas non-singletons :
Comme l’IBP est une distribution échangeable (voir partie 5.2) onpeut voir chaque

client comme le dernier client, ce qui permet d’écrire la probabilité a priori de zki
comme suit :

P(zki = 1|Zk,−i) =
mk,−i

N
. (7.14)

La vraisemblance p(Y|H,D,Z, S, σ2
ε) est facilement calculée conformément au

modèle présenté dans la section 7.1. En utilisant la règle de Bayes, on peut écrire :

p(zki|Y,H,D,Z−ki, S, σε) ∝ N (yi|HiD(zi ⊙ si), σ2
ε)P(zki|Z−ki). (7.15)
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Les probabilités a posteriori de zki = 0 ou 1 sont proportionnelles à (p0, p1) définis
par :

p0 = 1−mk,−i/N (7.16)

p1 =
mk,−i

N
exp

[
− 1

2σ2
ε

(
s2kid

T
kH

T
i Hidk − 2skidTkH

T
i (yi −Hi

K∑
j ̸=k

djzjisji)

)]
,

(7.17)

voir Annexe A.2.1 pour le calcul détaillé. Par conséquent, zki peut être simulé selon
une distribution Bernoulli :

zki ∼ Bernoulli
(

p1
p0 + p1

)
. (7.18)

Échantillonnage du nombre de nouveaux atomes :
D’après [91], on utilise la méthode Metropolis-Hastings pour échantillonner le

nombre kinew de nouveaux atomes (nouveaux singletons), voir partie 6.5.2. On veut
échantillonner le nombre kinew de nouvelles lignes à ajouter dans Z. Dans ces kinew
lignes, seuls les nouveaux éléments zinew de la colonnes i sont tous des 1, les autres
colonnes sont des 0. On parle de nouveaux singletons. Dans le modèle IBP-DL, cette
étape provoque non seulement l’ajout de nouveaux atomes Dnew mais aussi de nou-
veaux coefficients à sinew associés à ces atomes et à zinew. On souhaite maintenant
échantillonner ζnew = {kinew,Dnew, sinew}.

Soit kising le nombre de singletons dans la matrice Z, Dsing les atomes de kising
et sising les coefficients correspondant à kising. Soit kiprop ∈ N le nombre de nou-
veaux atomes proposé, soit Dprop les kiprop nouveaux atomes proposés et siprop les
nouveaux coefficients proposés correspondant à Dprop. Ainsi, on a la proposition
ζprop = {kiprop,Dprop, siprop}. Soit q(·) la distribution de proposition, on propose un
mouvement ζsing → ζprop avec une probabilité ayant la forme :

q(ζprop) = qK(kiprop)qD(Dprop)qS(siprop). (7.19)

Soit u ∈ (0, 1) une variable aléatoire Uniforme. Si u vérifie la condition :

u ≤ min
(
1, aζsing→ζprop

)
(7.20)

alors la proposition est acceptée, et ζnew = ζprop. On appelle aζsing→ζprop , l’expression
de la probabilité de mouvement qui s’écrit sou la forme :

aζsing→ζprop =
P (ζprop | Y, rest)J(ζsing)
P (ζsing | Y, rest)J(ζprop)

=
p(Y|ζprop, rest)
p(Y|ζsing, rest)

aKaDaS (7.21)

où

aK =
Poisson(kiprop;α/N)qK(kising)
Poisson(kising;α/N)qK(kiprop)

(7.22)

aD =
N (Dprop; 0, σ

2
D)qD(Dsing)

N (Dsing; 0, σ2
D)qD(Dprop)

(7.23)

aS =
N (siprop; 0, σ2

S)qS(sising)
N (sising; 0, σ2

S)qS(siprop)
. (7.24)
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Si on utilise la loi a priori comme loi de proposition sur ζprop, l’expression de la
probabilité de mouvement devient simplement le rapport des vraisemblances :

aζsing→ζprop =
p(yi|ζprop, rest)
p(yi|ζsing, rest)

(7.25)

puisque aK = aD = aS = 1 dans ce cas.

Cet échantillonneur sera utilisé ensuite pour résoudre le problème de compressed
sensing dont les résultats sont présentés dans la partie 8.5 du chapitre 8.

7.2.1.2 Échantillonnage de Gibbs marginalisé pour l'inpainting

Comme évoqué dans 6.3.1, les approches bayésiennes permettent d’effectuer la
marginalisation afin de réduire l’espace des solutions à explorer, ce qui est intéres-
sant dans le cas non-paramétrique. Dans l’étape de l’échantillonnage de kinew, on
doit proposer à la fois les nouveaux atomes Dnew ∈ RL×kinew et les nouveaux coef-
ficients associés sinew ∈ Rkinew . Il est naturel de souhaiter les marginaliser afin de
avoir un taux de mélange plus rapide (grâce au théorème de Rao-Blackwell [42]).
Il est facile d’intégrer soit par rapport aux nouveaux atomes Dnew du dictionnaire,
soit par rapport les nouveaux coefficients sinew de la matrice de coefficients, mais pas
les deux. Un calcul détaillé sur la marginalisation par rapport à S est effectué dans
le cas où les Hi = I, voir Annexe A.3. Cependant, l’espace à explorer de Dnew est
plus grand que celui de sinew : nous choisissons de marginaliser par rapport à D et
incluons sinew dans le cadre de la proposition.

Le calcul détaillé dans le cas de l’inpanting se trouve dans l’Annexe A.2.2. Notons
que lorsqu’on intègre une variable quelque part, et que cette variable apparaît dans
une autre distribution a posteriori, elle doit être échantillonnée avant de la réutiliser
[92]. Par conséquent, la variable D doit être échantillonnée immédiatement après la
variable Z et ensuite on échantillonne S et les paramètres θ = {σε, σS, α}.

Échantillonnage de zki :
Dans cette approche, Z est échantillonné à partir d’une distribution a posteriori

marginalisé par rapport à D comme expliqué dans le chapitre 6 :

P (Z | Y,H, S, σ2
ε, σ

2
D, α) ∝ p(Y | H,Z, S, σ2

ε, σ
2
D)P (Z | α). (7.26)

Dans le cas de l’inpainting,Hi est une matrice diagonale binaire de taille L×L. À
cause de la présence des masques binaires, on ne peut plus marginaliser directement
tout le dictionnaire D. La marginalisation sera effectuée par rapport aux lignes de
D. Cela correspond à la valeur d’un même pixel dans chacun des atomes. Si chaque
Hi est le masque endommageant chaque observation yi = Y(:, i), Fℓ est le masque
endommageant les pixels à l’emplacement ℓ des données yℓ,: = Y(ℓ, :). Fℓ est une
matrice diagonale binaire de taille N . Fℓ(i, i) indique si le pixel à l’emplacement ℓ
du patch i est observé ou non, ainsi Fℓ(i, i)=Hi(ℓ, ℓ)=Hi,ℓ. Soient F = {Fℓ}ℓ=1,...,L,
W = Z ⊙ S. Comme présenté dans la partie 6.3.1 du chapitre 6, la marginalisation
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est effectuée via une intégrale :

p(Y | H,W, σ2
ε, σ

2
D) = p(Y | F ,W, σ2

ε, σ
2
D) (7.27)

=

∫
p(Y | F ,D,W, σε)p(D | σD)dD

=
1

(2π)∥Y∥0/2σ
∥Y∥0−KL
ε σKL

D

L∏
ℓ=1

|Mℓ|1/2exp
[
− 1

2σ2
ε

(Yℓ(I− FT
ℓ W

TMℓWFℓ)YT
ℓ

]
où Mℓ = (WFℓFT

ℓ WT + σ2
ε

σ2
D
IK)−1. Le calcul est détaillé dans l’Annexe A.2.2.

La distribution Bernoulli dans l’équation (7.18) pour échantillonner zki dépend
maintenant de :

p0 =
(
1− mk,−i

N

)
p(Y | F ,W, σ2

ε, σ
2
D) (7.28)

p1 =
mk,−i

N
p(Y | F ,W, σ2

ε, σ
2
D). (7.29)

Échantillonnage des nouveaux singletons :
Comme le dictionnaire D est marginalisé, on n’a pas besoin de proposer de nou-

veaux atomes. Toutefois, une loi de proposition du nombre des nouveaux atomes et
des nouveaux coefficients est nécessaire. Soit ζprop = {kiprop, siprop} la proposition.
En utilisant la loi a priori comme loi de proposition, la probabilité de mouvement est
simplement régie par le rapport des vraisemblances marginalisées, voir eq. (7.27) :

aζsing→ζprop =
p(Y|ζprop, rest)
p(Y|ζsing, rest)

. (7.30)

Nouvelle loi de proposition :
Commediscuté dans partie 6.6, le choix de la loi de proposition influence l’efficacité

des méthodes de Metropolis-Hatings. En prenant la loi a priori comme loi de pro-
position, le nombre de nouveaux atomes est distribué selon une loi Poisson de pa-
ramètre α/N . Lorsque N est grand, la proposition selon la loi a priori propose ra-
rement de nouveaux atomes. Par exemple, pour la résolution de problèmes inverses
en traitement d’image, N est le nombre des patches extraits à partir d’une image.
Pour une image de taille 512× 512, N peut être égal à 255025, voir partie 3.2, d’où
si α = 1, α/N ≃ 5.10−6.

Par conséquent, on souhaite modifier la distribution de proposition du nombre
kiprop de nouveaux atomes. L’idée est de distinguer le choix des nombres de nouveaux
atomes entre 0 et kmax. On propose d’utiliser la distribution suivante :

qK(kiprop) =π1(kiprop>kmax)P(kiprop;
α

N
)

+ (1− π)1(kiprop∈[0:kmax])M(pk(0 : kmax))
(7.31)

avec pk(x) = P(x; α
N
)N (yi;µyi,Σyi) = P

(
k; α

N

) L∏
l=1

N (yi(l);µyil,Σyil)

π = P(k > kmax;
α
N
) =

∑∞
k=kmax+1P

(
k; α

N

)
(7.32)

etM est une distribution Multinomiale , P est une distribution Poisson.
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Cependant, cette loi de proposition sur mesure s’est empiriquement avérée non
adapté en raison du temps d’exécution trop important. On utilisera pour cette raison
la loi a priori comme loi de proposition dans la suite de cette thèse.

7.2.1.3 Échantillonnage de Gibbs marginalisé accéléré pour l'inpainting

Comme évoqué dans la partie 6.3.2, la limite numérique de l’échantillonneur de
Gibbsmarginalisé est sa durée d’exécution à cause du calcul de l’exponentielle dans la
vraisemblance marginalisée (7.27). Une version accélérée est proposée en mettant à
jour régulièrement la loi a posteriori deD, voir partie 6.4. Cela permet à l’échantillon-
nage de zi de ne pas dépendre de toutes les données Y. Il ne dépend alors plus que
de yi et la distribution a posteriori de D sans l’influence de yi et wi = zi ⊙ si. La sta-
tistique suffisante sera utilisée en pratique afin d’enlever et de réintégrer facilement
l’influence de i sur la loi a posteriori de D. Les calculs de cet échantillonneur sont
détaillés dans l’Annexe A.2.3. L’algorithme 11 présente les étapes principales de la
version accélérée.

Init. : K=0, Z=∅, D=∅, α=1, σ2
D=L−1, σS=1, σε

Résultat : D ∈ RP×K ,Z ∈ {0; 1}K×L, S ∈ RK×L, σε

pour chaque itération t
Utiliser la statistique suffisante pour la loi a posteriori de D selon eq.(7.35)

pour donnée i = 1 : N
Enlever l’influence de i sur la loi a posteriori de D selon eq.(7.36)
m−i ∈ NK×1 ←

∑
Z(:,−i)

kising ← {k | m−i(k) = 0} %% Chercher les singletons
pour atome k ∈ {k | m−i(k) > 0}

Échantillonner zki, voir Algo. 12
Échantillonner ζnew = {kinew,sinew} voir Algo. 13
Mettre à jour K
Remettre l’influence de i sur la loi a posteriori de D selon eq.(7.36)

pour atome k = 1 : K
Sample dk selon eq. (7.48)
Sample sk selon eq. (7.51)

Algorithme 11 : Algorithme de l’échantillonnage de Gibbs marginalisé accélé-
rée de zki dans le cas de l’inpainting, voir aussi l’Algo. 12 et 13 pour les détails.

Distribution a posteriori de D :
Dans 7.2.1.2,Zpeut être échantillonnée enmarginalisantD. Le calcul dans l’AnnexeA.2.2

montre que la distribution a posteriori de D a une forme gaussienne. Rappelons que
Fℓ est une matrice diagonale binaire de tailleN et représente la présence des pixels à
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l’emplacement ℓ. Soit W = Z⊙ S. La loi a posteriori de D est :

p(D | Y,F ,W, σ2
ε, σ

2
D) ∝

L∏
ℓ=1

N (D(ℓ, :);µD(ℓ,:),ΣD(ℓ,:)) (7.33)

où ΣD(ℓ,:) = σ2
εMℓ

µD(ℓ,:) = Y(ℓ, :)FT
ℓ WTMℓ

Mℓ = (WFℓFT
ℓ WT +

σ2
ε

σ2
D

IK)−1

(7.34)

L’idée est de travailler sur D ligne par ligne (dimension) à la place de colonnes
(atomes) comme d’habitude. La loi a posteriori de D compte tenu de toutes les don-
nées sauf les données i est également facilement déterminée grâce à l’utilisation de la
statistique suffisante :

gD(ℓ,:) = Σ−1
D(ℓ,:) = (1/σ2

ε)M
−1
ℓ

hD(ℓ,:) = µD(ℓ,:)gD(ℓ,:) = (1/σ2
ε)Y(ℓ, :)FT

ℓ WT .

(7.35)

Cela rend plus facile le traitement de l’influence d’une observation i à part. En
effet, on peut définir :

gD(ℓ,:),±i = gD(ℓ,:) ± σ−2
ε Hi,ℓ wiwT

i

hD(ℓ,:),±i = hD(ℓ,:) ± σ−2
ε Hi,ℓ yi(ℓ) wT

i .
(7.36)

En pratique, nous avons besoin de ΣD(ℓ,:), voire ΣD(ℓ,:),−i = g−1
D(ℓ,:),−i plutôt que

gD(ℓ,:) ou gD(ℓ,:),−i. Grâce au lemme d’inversion matricielle, on peut facilement ajou-
ter ou supprimer l’influence d’une seule donnée i sur ΣD(ℓ,:), voir l’Annexe A.2.3.2.

Échantillonnage de zki :
La mise en œuvre de cette étape est décrite dans l’algorithme 12. Dans l’esprit

de la partie 6.4 du chapitre 6. Les données sont réparties en deux sous-ensembles
Y = [yi,Y−i], H = [Hi,H−i] et W = [wi,W−i] sous certains conditions indé-
pendantes. Soit ∆−i = {µD(ℓ,:),−i,ΣD(ℓ,:),−i}. La loi a posteriori de zki dans les cas
non-singletons est :

P(zki | yi,Hi, zi(−k), si, σε,∆−i) (7.37)

∝ P(zki | Z−(ki))

∫
p(yi | Hi,D,wi)p(Y−i | H−i,D,W−i)p(D | σD)dD

∝ P(zki | Z−(ki))

∫
p(yi | Hi,D,wi)

L∏
ℓ=1

N (D(ℓ, :);µD(ℓ,:),−i,ΣD(ℓ,:),−i)dD.

P(zki | yi,Hi, zi(−k), si, σε,∆−i) ∝ P(zki | Z−(ki))
L∏

ℓ=1

N (yi(ℓ);µyiℓ, σyiℓ) (7.38)
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où µyiℓ = Hi,ℓµD(ℓ,:),−iwi (7.39)

σyiℓ = Hi,ℓwT
i ΣD(ℓ,:),−iwi + σ2

ε. (7.40)

Les calculs détaillés se trouvent dans l’Annexe A.2.3.1.

zki peut être échantillonné à partir d’une distribution Bernoulli

zki ∼ Bernoulli
(

p1
p0 + p1

)
. (7.41)

où

p0 = (1− mk,−i

N
)

L∏
ℓ=1

N (yi(ℓ);µyiℓ, σyiℓ) (7.42)

p1 =
mk,−i

N

L∏
ℓ=1

N (yi(ℓ);µyiℓ, σyiℓ). (7.43)

Une fois les non singletons zki échantillonnés, on passe à l’étape d’échantillonnage
des singletons de zi (le nombre ds nouveaux atomes).

Calcul de la vraisemblance dans le cas zki=1 %% cf. eq. (7.43)
si wi(k) = 0

wi(k) ∼ N (0, σ2
S)

tmp← wi(k)
µyi ← HiµD,−iwi %% eq.(7.39)
pour dimension ℓ = 1 : L %% position d'un pixel

Σyi(ℓ)← Hi,ℓwT
i ΣD−i{l}wi + σ2

ε %% eq.(7.40)

p1 ←
m−i(k)

N

L∏
ℓ=1

N (yi(ℓ);µyi(ℓ),Σyi(ℓ)) %% eq.(7.38)

Calcul de la vraisemblance dans le cas zki=0 %% cf. eq. (7.42)
wi(k)← 0
µyi ← HiµD,−iwi %% eq.(7.39)
pour dimension ℓ = 1 : L %% position d'un pixel

Σyi(ℓ)← Hi,ℓwT
i ΣD−i{l}wi + σ2

ε %% eq.(7.40)

p0 ←
(
1− m−i(k)

N

)
L∏

ℓ=1

N (yi(ℓ);µyi(ℓ),Σyi(ℓ)) %% eq. (7.38)

zki ∼ Bernoulli
(

p1
p1 + p0

)
si zki = 1

wi(k)← tmp ;

Algorithme 12 : Algorithme d’échantillonnage en version accélérée de zki de
la méthode IBP-DL pour l’inpainting, voir l’Algo. 11
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Anciens singletons : ζsing = {kising, sising} %% voir l'Algo.11
µyi ← HiµD,−iwi

pour dimension ℓ = 1 : L
Σyi(ℓ)← Hi,ℓwT

i ΣD−i{l}wi + σ2
ε

psing ←
L∏

ℓ=1

N (yi(ℓ);µyi(ℓ),Σyi(ℓ))

%% la vraisemblance dans (7.38) avec les singletons ζising

Nouveaux singletons proposés : ζprop = {kiprop, siprop}
kiprop ∼ Poisson(α/N)
wprop ← wi

wprop(kising)← 0 %% Enlever les anciens singletons
siprop ∈ Rkiprop×1 ∼ N (0, σ2

S) %% Propose new singletons
µyi ← HiµD,−iwprop

pour dimension ℓ = 1 : L
Σyi(l)← Hi,ℓwT

propΣD−i{l}wprop + σ2
ε +Hi,ℓsTipropσ2

Dsiprop

pprop ←
L∏

ℓ=1

N (yi(ℓ);µyi(ℓ),Σyi(ℓ))

%% la vraisemblance dans (7.38) avec les ζiprop et sans les ζising

si min
(
pprop
psing

, 1

)
> U[0,1]

wi = [wprop; siprop]
pour dimension ℓ = 1 : L %% position d'un pixel

ΣD−i{l} ←
[
ΣD−i{l} 0

0 σ2
DIkiprop

]
hD,−i ← [hD,−i zeros(P, kiprop)]

Algorithme 13 : Algorithme de Metropolis-Hastings choisissant la loi a priori
comme loi de proposition pour inférer le nombre de nouveaux atomes et
les nouveaux coefficients en version accélérée de la méthode IBP-DL pour
l’inpainting, voir l’Algo. 11

Échantillonnage des singletons :
L’algorithme 13 décrit la mise en œuvre de cette étape. Lors de l’échantillonnage

du nombre de nouveaux atomes, la loi de proposition peut être soit la loi a priori
Poisson(α/N ) ou la loi (7.31) que nous avons proposée dans 7.2.1.2. Lorsqu’une
donnée i propose kinew singletons, les nouveaux atomes Dnew apparaissent. Sa loi
a posteriori sans l’influence de i est une gaussienne d’espérance µDnew(ℓ,:),−i = 0kinew

et de covariance ΣDnew(ℓ,:),−i = σ2
DIkinew

selon (7.34).

Soit D∗ =
[
D Dnew

]
, W∗ =

[
W Wnew

]
. La loi a posteriori de D∗ sans l’influence

de i est une gaussienne

p(D∗ | Y−i,H−i,W∗
−i, σ

2
ε, σ

2
D) ∝

L∏
ℓ=1

N (D∗(ℓ, :);µD∗(ℓ,:),−i,ΣD∗(ℓ,:),−i) (7.44)
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avec

µD∗(ℓ,:),−i =
[
µD(ℓ,:),−i µDnew(ℓ,:),−i

]
(7.45)

ΣD∗(ℓ,:),−i =

[
ΣD(ℓ,:),−i 0K×kinew

0kinew×K ΣDnew(ℓ,:),−i

]
(7.46)

En conséquence, l’algorithme 13 utilise les distributions a priori comme loi de pro-
position pour échantillonner du nombre de nouveaux atomes ainsi que des nouveaux
coefficients.

7.2.2 Échantillonnage du dictionnaire

Le dictionnaire D peut être échantillonné par l’échantillonnage de Gibbs. La loi a
posteriori de chaque atome dk est donnée par :

p(dk|Y,H,Z, S,D−k, σε, σD) ∝
N∏
i=1

N (yi;HiDwi, σ
2
εI∥Hi∥0)N (dk; 0, L−1IL).

(7.47)
Alors,

p(dk|Y,H,Z, S,D−k, σε, σD) ∝ N (µdkΣdk) (7.48)
Σdk = (σ−2

D IL + σ−2
ε

N∑
i=1

w2
kiHT

i Hi)
−1

µdk = σ−2
ε Σdk

N∑
i=1

wki(HT
i yi −HT

i Hi

K∑
j ̸=k

djwji).

(7.49)

Les calculs sont détaillés dans l’Annexe A.2.4.

7.2.3 Échantillonnage de la matrice des coefficients

La distribution a posteriori de chaque élément ski de S est donnée dans (7.51).

p(ski|Y,H,D,Z, Sk,−i, σε, σS) ∝ N (yi;HiD(si ⊙ zi), σ2
εI∥Hi∥0)N (si; 0, σ2

SIK).
(7.50)

Alors,

p(ski|Y,Hi,D,Z, Sk,−i, σε, σS) ∝ N (µski ,Σski) (7.51)

zki = 1⇒


Σski = (σ−2

ε dTkH
T
i Hidk + σ−2

S )−1

µski = σ−2
ε Σskid

T
k (H

T
i yi −HT

i Hi

K∑
j ̸=k

djwji)
(7.52)

zki = 0⇒
{

Σski = σ2
S

µski = 0.
(7.53)

Les calculs sont détaillés dans l’Annexe A.2.5.
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7.2.4 Échantillonnage des autres paramètres

Les autres paramètres sont échantillonnés en fonction de leur distribution a pos-
teriori qui est facilement obtenue grâce aux propriétés de conjugaison :

p(σ−2
ε | Y,H,D,W) ∝

N∏
i=1

N (yi | HiDwi, σ
2
εI∥Hi∥0)G(σ−2

ε | c0, d0)

σ−2
ε | Y,H,D,W ∼ G

(
c0 +

1
2

N∑
i=1

∥Hi∥0, d0 + 1
2

N∑
i=1

∥yi −HiDwi∥22
) (7.54)

p(σ−2
S | S) ∝

N∏
i=1

N (si | 0, σ2
SIK)Γ(σ−2

S | e0, f0)

σ−2
S | S ∼ G

(
e0 +

KN
2
, f0 +

1
2

N∑
i=1

sTi si
)
.

(7.55)

Notons que l’on peut échantillonner le paramètre α du processus du buffet indien :

p(α | K) ∝ P(K | α
N∑
j=1

1
j
)G(α | 1, 1)

α | K ∼ G

(
1 +K, 1 +

N∑
j=1

1/j

)
.

(7.56)

En conséquence, l’approche bayésienne non paramétrique proposée est également
non paramétrique au sens où il n’y a aucun paramètre à régler. Les hyperparamètres
ont tous des valeurs très faibles (c0=d0=e0=f0=10−6) servent à construire des loi sur
les paramètres les moins informatives possible. La sensibilité aux conditions initiales
de l’algorithme est assez faible. Tous les détails concernant les calculs de cette partie
peuvent trouvée dans l’Annexe A.2.6.

7.3 Estimateur du maximum a posteriorimarginalisé

Soit θ = (σε, σS, α). Une séquence {D(t),Z(t), S(t),θ(t)}TMCMC
t=1 est échantillonnée

par l’algorithme MCMC. Le but final de tout ce travail est de restaurer X à partir
de (D,W = Z ⊙ S), voir 7.1. Le but de cette section est de définir une estimation
pertinente de (D,W) pour une utilisation pratique dans la résolution de problèmes
inverses. On calcule la distribution a posteriori p(D,Z, S | Y,H) qui est le résultat
de la marginalisation de la distribution a posteriori conjointe sur les paramètres de
nuisance θ :

p(D,Z, S | Y,H) =
∫

p(D,Z, S | Y,H,θ)p(θ)dθ (7.57)

où p(D,Z, S | Y,H,θ) ∝ p(Y | H,D,Z, S, σε)p(S | σS)p(Z | α)p(D | σD).
On obtient :

p(D,Z, S | Y,H) =
∫

p(D,Z, S | Y,H,θ)p(θ)dθ (7.58)

∝ 1

σLK
D

exp
(
−∥D∥

2
F

σ2
D

) ( N∑
i=1

∥yi −HiDwi∥2F

)−N0/2

Γ(NK/2)

πNK/2∥S∥NK
F

K!

(HN + 1)K+1
2N−1∏
h=1

Kh!

K∏
k=1

(N −mk)!(mk − 1)!

N !
(7.59)
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Figure 7.2 – (a) L’évolution du logarithme de la loi a posteriori margi-
nalisée ; (b) L’évolution de l’erreur de reconstruction sur le
résultat du segment Barbara avec 50% de pixels manquants
et σε = 15.

où N0 =
N∑
i=1

∥Hi∥0, HN =
N∑
j=1

1/j. Voir l’Annexe A.4 pour les détails des calculs.

Ensuite on peut définir l’estimateur maximum a posteriori marginalisé (mMAP)

(DmMAP ,WmMAP ) = argmax
{D(t),Z(t)}TMCMC

t=1

log p(D,Z, S | Y,H). (7.60)

La figure 7.2(a) montre un exemple de l’évolution de cette loi a posteriori margi-
nalisée issue d’une expérience de l’inpainting, voir partie 8.4.2, avec l’image Barbara
avec 50% de pixels manquants et σε = 15. La figure 7.2(b) montre l’évolution de
l’erreur de reconstruction quadratique moyenne entre itérations Gibbs. Il est à no-
ter que la distribution a posteriori marginalisée est presque toujours en progression
alors que l’erreur de reconstruction diminue. Cela conduit en pratique à considérer
simplement la dernière itération comme une bonne approximation de l’estimation
mMAP. Le résultat à la dernière itération de l’exemple dans la figure 7.2 nous donne
un dictionnaire de 58 atomes associé à 343036 coefficients non nuls (9.54%).

7.4 Discussion

Certaines méthodes d’optimisation basées sur K-SVD comme EK-SVD[11], Sub
clustering K-SVD[12], Stagewise K-SVD[13] ou encore DLENE[14] proposent des
améliorations afind’obtenir undictionnaire de taille adaptative. Cependant, l’estima-
tion de la taille du dictionnaire pour ces méthodes est souvent basée sur des heu-
ristiques. La construction du modèle IBP-DL est dans le même esprit que le modèle
Bernoulli-gaussien. Chaque coefficient associé à un atome a ainsi une probabilité non
nulle de prendre la valeur zéro, et sera Gaussien dans le cas contraire. On propose
une méthode où l’a priori de type Bernoulli est remplacé par un processus du buffet
Indien. IBP-DL est une méthode d’apprentissage de dictionnaire non paramétrique
qui permet d’échantillonner le dictionnaire ainsi que sa taille. De plus IBP-DL per-
met également d’échantillonner le niveau de bruit ainsi que la parcimonie, et aucun
paramètre de réglage n’est nécessaire. En ce sens, il s’agit vraiment d’une méthode
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non paramétrique. La pertinence de la méthode sera illustrée numériquement sur
différents problèmes en traitement d’image au chapitre 8.





CHAPITRE8
Applications : problèmes inverses en

traitement d'image

Ce chapitre présente les résultats obtenus en appliquant le modèle IBP-DL pour ré-
soudre des problèmes inverses en traitement d’image : débruitage, inpainting, com-
pressive sensing. Les résultats obtenus sont comparés avec ceux d’autres méthodes
de l’état de l’art afin d’évaluer la pertinence de l’approche IBP-DL. Une partie des
résultats de ce chapitre sont publiés dans [24–27].

8.1 Modèle jouet

Dans une première expérience, nous préparons un ensemble de données synthé-
tiques de N = 10000 échantillons en dimension L = 16 générées à partir du mo-
dèle génératif proposé dans la partie 7.1. Chaque échantillon peut être vu comme
une imagette de taille 4×4. Tout d’abord, une matrice binaire Z est simulée selon un
IBP(α) avec α = 2, ce qui conduit à un nombre totalK de 22 caractéristiques (Z est
de tailleK×N ). Il est à noter queK = 22 est proche de IE[K] ≃ α logN ≃ 18. En-
suite, un dictionnaire deK = 22 atomes est construit de manière aléatoire selon une
loi normale avec une variance σ2

D = 1/L. Les coefficients S sont des variables gaus-
siennes i.i.d. avec σ2

S = 1. L’ensemble de données est corrompu par un bruit blanc
gaussien additif avec σε = 0.1. Finalement, l’ensemble de données est construit à

(a) (b)

Figure 8.1 – Comparaison entre (a) le dictionnaire original de K = 22
atomes et (b) le dictionnaire de Kech = 24 atomes estimé
par IBP-DL. Les rectangles rouge indiquent les atomes pour
lesquels aucune corrélation> 0, 55 n’a été trouvée entre les
atomes originaux et estimés : 20 atomes sont inférés correc-
tement à un niveau de corrélation de 0.55.
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Figure 8.2 – Comparaison sur la distribution de mk, le nombre
d’observations utilisant l’atome k : entre les vrais mk de
l’ensemble de données synthétique et lesmk obtenus à par-
tir de l’IBP-DL.

(a) (b) (c)

Figure 8.3 – Evolution des paramètres échantillonnés à travers les itéra-
tions de IBP-DL : (a) le niveau de bruit σε, (b) le nombreK
d’atomes, (c) le paramètre α de la loi a priori IBP.

partir de :
Y = D(Z⊙ S) + ε (8.1)

La figure 8.1montre la comparaison entre le dictionnaire original, utilisé pour syn-
thétiser l’ensemble de données, et le dictionnaire échantillonné à la dernière itération
de l’IBP-DL, ici après 10000 itérations. Les atomes ont été réorganisés pour rendre
la correspondance plus visible. On peut observer que 20 atomes sur 22 atomes sont
récupérés à un niveau de corrélation de 0.55 (18 atomes à un niveau 0.9 et 14 atomes
à un niveau de 0.99). Seulement deux atomes du dictionnaire d’origine, qui sont bien
corrélés aux autres atomes dans le dictionnaire original, ne sont pas identifiés. Ceci
montre que l’algorithme se comporte très bien sur ce modèle jouet.

La figure 8.2montre la distribution desmk rangés par ordre décroissant, obtenue à
partir du jeu de données synthétiques, comparée à la distribution desmk inférée par
IBP-DL. Les atomes sont très similaires, surtout les 14 premiers atomes qui atteignent
un niveau de corrélation 0.99. Moins les atomes sont utilisés, plus ils sont difficiles
à inférer. Dans le jeu de données synthétiques, les 4 atomes étant utilisés par moins
de 10 observations sur 10000 correspondent aux 4 atomes qui ne sont pas identifiés
à un niveau de corrélation de 0.55.

La figure 8.3 illustre le comportement des paramètres (σε,K ,α) échantillonnés au
fil des itérations. On peut voir que le niveau de bruit σε, le nombre d’atomes K et
le paramètre α de la loi a priori IBP fluctuent rapidement autour de leurs valeurs
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(a)Dictionnaire : 150 atomes (b) Initiale (c) Restaurée , PSNR=44.94dB

Figure 8.4 – Illustration de la restauration sans bruit obtenue en utili-
sant IBP-DL sur un segment de l’imageBarbara. (a) La taille
de chaque atome est 8×8. (b) et (c) La taille du segment est
256×256.

attendues après environ 3000 itérations correspondant à l’étape de chauffe (burn in)
de l’échantillonneur.

8.2 Exemple de reconstruction sans bruit

On évalue d’abord la performance de l’IBP-DL à partir d’un segment de taille
256 × 256 de l’image Barbara sans bruit. L’ensemble de 62001 patches qui se che-
vauchent est utilisé pour reconstruire ce segment.

La méthode IBP-DL infère un dictionnaire adapté de 150 atomes. La reconstruc-
tion est très précise avec PSNR = 44.94dB. La figure 8.4 illustre le résultat de la
restauration d’image sans bruit en utilisant IBP-DL. À titre de comparaison, la mé-
thode K-SVD [7] apprend un dictionnaire de taille fixée à 256 et produit une erreur
de reconstruction plus grande que celle de IBP-DL, PSNR= 43.97dB. La méthode
bayésienne BPFA proposée dans [51] avec un dictionnaire de taille 256 au départ
obtient un PSNR= 42.92dB. IBP-DL restaure l’image avec un nombre encore plus
petit d’atomes et une meilleure qualité d’approximation.

8.3 Débruitage d'image

8.3.1 IBP-DL et l'état de l'art

On abordemaintenant le problème de débruitage, le problème inverse le plus com-
mun en traitement d’image. Dans cette expérience, 9 images (512×512 ou 256×256)
codées sur 8 bits sont traitées pour 2 niveaux de buit σε = 25 et 40, corespondant res-
pectivement à PSNR = 20.17dB et 16.08dB. Chaque image a (512− 7)2 = 255025
(ou (256 − 7)2 = 62001) imagettes chevauchants (overlapping patches). Toutefois,
à cause du problème de temps d’exécution, IBP-DL apprend juste avec 16129 (ou
3969) patches soit 50% de recouvrement (50% overlapping). La valeur initiale de
σ̂ε est réglée sur une valeur de deux fois plus grande que la vraie, voir l’algorithme
11. Nous comparerons les performances d’IBP-DL à celles de NL-means [93], K-
SVD [7], BPFA [51], BM3D [94] et DLENE [14].
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PSNR≃ 20.17dB, σϵ = 25 PSNR≃ 16.08dB, σϵ = 40

PSNR [dB] # atomes σ̂ϵ PSNR [dB] # atomes σ̂ϵ

Barbara 29.06 100 25.86 26.34 58 40.76
Boat 28.92 91 25.82 26.75 44 40.64

Carmeraman 28.57 413 26.10 26.24 121 41.16
Fingerprint 26.72 34 25.79 23.99 20 40.90
GoldHill 28.80 54 25.89 26.93 19 40.70
House 31.55 60 25.53 29.11 28 40.46
Lena 31.12 62 25.45 28.78 31 40.24

Mandrill 24.59 169 27.57 22.29 80 42.50
Peppers 29.46 116 25.76 27.06 55 40.58

Table 8.1 – Résultats de l’IBP-DL pour le débruitage appliqué sur 9
images. La moyenne de niveau de bruit estimé est 25.97 en
utilisant σinit = 51, et 40.87 en utilisant σinit = 76.5, quand
les vrais niveaux étaient 25 et 40, respectivement.

Le tableau 8.1 rassemble les performances numériques de IBP-DL sur le débrui-
tage, ainsi que la taille du dictionnaire et le niveau de bruit estimé. En utilisant une
approche vraiment non-paramétrique comme IBP-DL, il apparaît que la taille du
dictionnaire peut considérablement varier d’une image à l’autre, par exemple de plu-
sieurs dizaines à des centaines pour le même niveau de bruit, voir le tableau 8.1. Le
niveau de bruit σε est aussi estimé avec une bonne précision. La figure 8.5 affiche des
résultats typiques de débruitage obtenus en utilisant IBP-DL sur plusieurs exemples
du tableau 8.1. Les images débruitées sont de bonne qualité.

La pertinence de l’IBP-DL est illustrée en comparant les résultats de débruitage
avec ceux d’autres méthodes de l’état de l’art. Dans un premier temps, IBP-DL pro-
duit de meilleurs résultats que NL-means [93], une méthode de référence de débrui-
tage . Pour un niveau de bruit σε = 25, le PSNR moyen de IBP-DL sur les 9 images
est 28.75dB et celui de NL-means est 27.91dB; pour un niveau de bruit de σε = 40,
IBP-DL donne un PSNR moyen de 26.39dB et NL-means donne 25.89dB.

Les résultats de IBP-DL sont ensuite comparés avec plusieurs méthodes basées
sur K-SVD [7, 56], et BPFA [51], une approche bayésienne qui peut être considé-
rée comme une approximation paramétrique de l’IBP. Il existe potentiellement de
meilleurs méthodes de l’état de l’art pour le débruitage, par exemple BM3D [94].
Une méthode standard pour comparer la pertinence des méthodes d’apprentissage
de dictionnaire est de comparer leurs performances de débruitage. Toutefois, BM3D
n’est pas une méthode d’apprentissage de dictionnaire. Les résultats de BM3D [94]
sont utilisés comme référence que nous ne nous attendons pas à battre. Les expé-
riences actuelles visent à vérifier la pertinence des dictionnaires obtenus à partir de la
méthode IBP-DL.Dans la suite, on compare IBP-DL avecDLENE [14], une approche
adaptative pour apprendre les dictionnaires avec un nombre d’atomes variable.
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(a) (b) (c)

Figure 8.5 – Résultats de débruitage obtenus en utilisant IBP-DL. De
haut en bas on trouve le dictionnaire IBP-DL, l’image brui-
tée, l’image débruitée et l’image originale ; (a) Lena, PSNR
de 20.17 dB à 31.12 dB, (b) Boat, PSNR de 20.17 dB à 28.92
dB, (c) Barbara, PSNR de 16.08 dB à 26.34 dB.
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Figure 8.6 – Résultats de débruitage de IBP-DL : PSNR et taille K du
dictionnaire pour un niveau de bruit (à gauche) σε = 25,
(à droite) σε = 40. Le texte au-dessus chaque groupe de
barres indique la taille dictionnaire inférée par IBP-DL.
De haut en bas de chaque groupe de barres, on trouve le
PSNR en utilisant IBP-DL appris à partir d’un ensemble de
patches réduit, K-SVD avec 256 atomes appris à partir de
même ensemble de patches réduit, K-SVD avec 256 atomes
appris à partir d’un ensemble de patches complet, BPFA
avec un nombre d’atomes initial K = 256 ou 512 appris
à partir d’un ensemble de patches complet et BM3D.
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La figure 8.6 résume la comparaison entre IBP-DL avec les méthodes suivantes :
1. K-SVD avecK=256 appris à partir de même ensemble de patches réduit que

IBP-DL (50% overlapping).
2. K-SVD avec K=256 appris à partir de l’ensemble complet de patches,
3. BPFA avec un nombre d’atomes initialK = 256 ou 512 dépendant de la taille

de l’image,
4. BM3D comme référence de l’état de l’art.

Pour être cohérent avec laméthode de débruitage dans [7, 56] utilisantOrthogonal
Matching Pursuit et le dictionnaire K-SVD, on utilise les même initialisations 1. La
méthode OMP pour débruiter les images est initialisée avec une tolérance d’erreur
maximale de représentaion de 1.15σε et un multiplicateur Lagrangien λ = 30/σε.
Les performances de IBP-DL sont aumoins comparables auxméthodes basées sur K-
SVD. On remarque au passage la sensibilité de K-SVD à l’ensemble d’apprentissage.
La figure 8.6montre que les résultats de K-SVD entraîné sur 16129 (ou 3969) patches
comme IBP-DL sont nettement moins bons que ceux de K-SVD entraîné sur 255025
(ou 62001) patches. Notons que IBP-DL propose souvent un dictionnaire de taille
K<64 qui n’est pas toujours un dictionnaire redondant bien que la performance de
débruitage reste comparable. On compare aussi nos résultats avec DLENE [14], une
méthode récente qui adapte également la taille du dictionnaire en visant un com-
promis entre l’erreur de reconstruction et la parcimonie. Pour Barbara avec σε=25,
DLENE donne PSNRDLENE= 28.82 dB et PSNRIBP-DL=29.06 dB; pour Peppers on ob-
tient PSNRDLENE=27.27dB et PSNRIBP-DL=27.07dB avec σε=40. En général, l’IBP-DL
est aussi performant que DLENE.

8.3.2 IBP-DL et BPFA

On compare plus précisément les résultats de IBP-DL à ceux de BPFA [51], une
méthode bayésienne implémentée en utilisant l’échantillonnage de Gibbs. Malgré
d’une connexion avec le processus du buffet indien, cette approche n’est pas vrai-
ment une approche non paramétrique. Malgré le titre de l’article qui annonce une
approche non paramétrique, il s’agit en fait d’une approximation paramétrique de
l’IBP, car elle fonctionne avec un nombre d’atomes fixé à l’avance. La taille initiale
( K = 256 ou 512) du dictionnaire de BPFA dépend de la taille de l’image. En-
suite, un sous-ensemble d’atomes est utilisé qui est légèrement inférieur à la taille
initiale (environ 250 ou 500). Dans cette comparaison, les deux approches IBP-DL
et BPFA sont entraînées sur les même ensembles de données complets : 62001 over-
lapping patches pour les images House et Peppers ; 255025 overlapping patches pour
les images Barbara et Lena. L’approche BPFA 2 est initialisée à K = 256 pour les
images House et Peppers ; et à K = 512 pour les images Barbara et Lena. Le ta-
bleau 8.2 illustre les résultats de IBP-DL et BPFA avec 2 niveaux de bruit σε=25 et
40. Pour l’image House avec σε=25, PSNRIBP-DL=31.95dB avec 57 atomes et BPFA
donne PSNRBPFA= 32.14dB. Pour l’image Barbara avec σε=40, PSNRBPFA=26.34 dB

1. Le code Matlab de R. Rubinstein est disponible à http://www.cs.technion.ac.il/
~ronrubin/software.html

2. Le code Matlab de M. Zhou est disponible à http://mingyuanzhou.github.io/Code.
html

http://www.cs.technion.ac.il/~ronrubin/software.html
http://www.cs.technion.ac.il/~ronrubin/software.html
http://mingyuanzhou.github.io/Code.html
http://mingyuanzhou.github.io/Code.html
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PSNR≃ 20.17dB, σϵ = 25 PSNR≃ 16.08dB, σϵ = 40

IBP-DL BPFA IBP-DL BPFA
# atomes PSNR σ̂ϵ PSNR σ̂ϵ # atomes PSNR σ̂ϵ PSNR σ̂ϵ

House 57 31.95 25.37 32.14 25.43 40 29.47 40.43 29.73 40.54
Peppers 191 29.40 25.48 29.88 25.50 163 27.15 40.34 27.06 40.67
Barbara 134 29.31 25.66 29.79 25.45 107 26.81 40.33 26.34 40.15
Lena 173 31.43 25.19 31.58 25.32 111 29.15 40.04 29.27 40.19

Table 8.2 – Résultats de IBP-DL et BPFA quand les vrais niveaux de
bruit sont 25 et 40. Pour chauqe niveau de bruit, de gauche
à droite, on trouve la taille K du dictionnaire IBP-DL, son
PSNR de débruitage (dB) et son niveau de bruit estimé ; puis
le PSNR (dB) et le niveau de bruit estimé de BPFA.

alors qu’on obtient PSNRIBP-DL= 26.81 dB avec 107 atomes. Les performances IBP-
DL sont comparables à BPFA [51] alors que les tailles des dictionnaires inférées par
IBP-DL sont souvent relativement plus petites que la méthode BPFA. Ces observa-
tions permettent de confirmer expérimentalement l’intérêt des approches non pa-
ramétriques qui s’adaptent mieux au contenu de l’image. On note surtout une réelle
différence de comportement entre une approche vraiment non paramétrique comme
IBP-DL et une approximation paramétrique comme BPFA.

8.3.3 Comportement de l'algorithme

Un résultat essentiel de cette approche est l’estimation avec une bonne précision
du niveau de bruit. L’erreur d’estimation varie entre 2%- 10% pour σε=25 et entre
1%- 6% pour σε=40. Cette estimation est un résultat essentiel et rend notre approche

(a) (b)

Figure 8.7 – (a) Evolution du nombre d’atomes de dictionnaire au cours
des itérations de IBP-DL surBarbara pour 4 différentes réa-
lisations avec σε = 25. (b) Evolution du niveau de bruit
échantillonné par IBP-DL au cours des itérations sur Bar-
bara quand σε = 25 and σinit = 51.
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pratiquement non paramétrique au sens où il n’y a pas de paramètres à régler. La fi-
gure 8.7(a) montre l’évolution de la taille K du dictionnaire dans les itérations. La
taille finale (environ 100 dans cet exemple) est atteinte après environ 15 itérations
seulement. Cela signifie implicitement que α converge à environ K/ log(N) ≃ 10.
La figure 8.7(b) montre l’évolution de σε échantillonné au cours des itérations. Après
15 itérations, la valeur échantillonnée a convergé très près de la vraie valeur. Une li-
mite de l’approche IBP-DL est son coût de calcul dû à l’échantillonnage de Gibbs
malgré l’implémentation d’une version accélérée (voir partie 7.2.1.3). Par exemple,
sur un ensemble de données réduit de l’image Barbara, l’apprentissage coûte envi-
ron 1 heure pour 30 itérations en utilisant Matlab_R2013b sur un ordinateur por-
table personnel. C’est pourquoi un ensemble réduit de patches a été utilisé. Un autre
type d’inférence est envisagé pour réduire le temps de calcul. Les futurs travaux com-
prendra une étude des méthodes d’inférence variationnelle [95] qui sont plus pro-
metteuses pour améliorer le temps de calcul (voir les perspectives dans le chapitre 9).

8.3.4 Dictionnaire obtenu

Une autre observation importante est que le dictionnaire inféré par IBP-DL n’est
pas toujours un dictionnaire redondant dans le sens où la taille de dictionnaire est
plus grande que la dimension des données. L’IBP-DL propose souvent un diction-
naire de taille K plus petite ou seulement un peu plus grande que 64 tandis que
K-SVD et BPFA fixent souvent la taille du dictionnaire à 256 ou 512. Néanmoins,
le nombre de coefficients non nuls reste petit lors de l’utilisation de l’IBP-DL. Par
exemple, pour l’image House avec un niveau de bruit σ = 25, nous avons constaté
que BPFA a conduit à 116380 coefficients non nuls (0.73% de parcimonie) en utili-
sant un dictionnaire de K = 256 atomes tandis que IBP-DL donne un dictionnaire
de taille K = 57 associé à 67028 coefficients non nuls (1.9% parcimonie). La per-
formance de débruitage de IBP-DL reste comparable à celle de K-SVD et BPFA. La
figure 8.8(a) illustre les 57 atomes du dictionnaire de l’imageHouse avec σ = 25 dans
l’ordre décroissant de leur utilisation (au sens de l’énergie apportée par les coeffi-
cients W). La figure 8.8(b) illustre la corrélation entre ces atomes. En particulier, on
observe de fortes corrélations entre les 40 premiers atomes. La figure 8.8(c) montre
que les 17 derniers atomes qui sont décorrélés avec les autres atomes ressemblent
plus au bruit. Ils sont très peu utilisés.

(a) (b) (c)

Figure 8.8 – (a) 57 atomes du dictionnaire IBP-DL appris à patir de
l’image House avec σε = 25. (b) Sa matrice de corrélation.
(c) Le nombre d’observations utilisant chaque atome



102 8.4. Inpainting d’image

Missing Cameraman House Peppers Lena
80% 75 - 24.02 46 - 31.00 86 - 26.05 24 - 30.98

22.87 - 24.11 28.38 - 30.12 23.51 - 25.92 28.57 - 31.00
50% 87 - 29.02 52 - 37.86 93 - 32.66 84 - 36.66

26.56 - 28.90 33.40 - 38.02 28.36 - 32.58 33.25 - 36.94
20% 75 - 35.14 56 - 42.37 90 - 37.58 44 - 39.20

27.56 - 34.70 34.66 - 43.03 30.09 - 37.73 34.37 - 41.27
Missing Baboon Boat F.print Hill
80% 63 - 21.93 29 - 27.86 44 - 26.52 98 - 29.33

21.24 -21.47 25.95 - 27.81 21.01 - 26.03 27.88 - 29.33
50% 48 - 25.70 84 - 33.39 45 - 33.74 71 - 33.82

24.16 - 25.98 30.34 - 33.78 27.56 - 33.53 31.61 - 34.23
20% 65 - 29.48 62 - 37.54 86 - 39.88 68 - 37.34

25.36 - 31.67 31.48 - 39.50 29.04 - 40.17 32.67 - 38.75

Table 8.3 – Inpainting appliqué sur des images en niveaux de gris : (en
haut) la tailleK du dictionnaire appris par IBP-DL, le PSRN
(dB) de restauration de IBP-DL; (en bas) (à gauche) le PSNR
(dB) issue de K-SVD et (à droite) de BPFA .

8.4 Inpainting d'image

8.4.1 Inpainting sans bruit

Dans cette expérience, 6 images en niveaux de gris sont traitées pour trois niveaux
de pixels manquants : 80%,50% et 20%. IBP-DL apprend les dictionnaires à partir de
ces images observées. Chaque image a 255025 (ou 62001) imagettes se chevauchant
(overlapping patches).

La figure 8.9 illustre les résultats de l’inpainting avec IBP-DL pour trois images, et
trois configurations différentes. En particulier, les pourcentages de pixels manquants
80%, 50% et 20% donnent respectivement des performances de 26.05 dB, 33.82 dB et
35.14 dB. À ces performances quantitives s’ajoute un bonne aspect visuel des images.

Le tableau 8.3 décrit les résultats de IBP-DL comparés à ceux de BPFA [51] sur
un échantillon d’images. Les deux méthodes ont des performances similaires, et les
écarts sont de l’ordre de 0.1dB. Cependant, des écarts de performances plus impor-
tants sont observés pour 20%depixelsmanquants, le plus souvent en faveur deBPFA.
Sur l’imageHouse pour 80%de pixelsmanquants, IBP-DL et BPFA atteignent respec-
tivement des performances de 31.0 dB et 30.12 dB, et donc en faveur de IBP-DL. Les
tendances des résultats de l’inpainting sont similaires malgré un nombre d’atomes
inféré par IBP-DL (39 ≤ K ≤ 150) en général plus petit que le nombre d’atomes
utilise par BPFA (256 ou 512).

Le tableau 8.3 compare aussi les résultats de IBP-DL à ceux obtenus par des mé-
thodes K-SVD. Il est à noter qu’ici, K-SVD apprend le dictonnaire à partir de l’image
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(a) (b) (c)

Figure 8.9 – Illustration des résultats typiques de l’inpainting obtenus
en utilisant IBP-DL. De haut en bas, on a le dictionnaire
inféré par IBP-DL, l’image masqué et l’image démasqué ;
(a) Peppers (80% de pixels manquants), PSNR de 6.53 dB à
26.05 dB, (b)Hill (50% pixels manquants) PSNR de 8.70 dB
à 33.82 dB, (c) Cameraman (20% de pixels manquants)
PSNR de 12.48 dB à 35.14 dB.

initiale, non masquée. Puis à partir de ce dictionnaire, la méthode OMP est utili-
sée pour restaurer les patches avant de les recombiner pour reconstruire l’image en-
dommagée. A contrario IBP-DL apprend le dictionnaire à partir de l’image observée
(image avec des pixelsmanquants). On observe que IBP-DL bat K-SVDaussi souvent
que K-SVD bat IBP-DL.

8.4.2 Inpainting en présence de bruit

On applique maintenant la méthode IBP-DL à l’inpainting en présence de bruit.
Cette expérience est effectuée sur un segment de taille 256× 256 de l’image Barbara
avec les pourcentages de 80%, 50%, 20%, 0% de pixels manquants et les niveaux de
bruit de σε=0, 15 et 25.
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σε ⧹ Missing 80% 50% 20% 0%
0 IBP-DL 57 - 27.49 47 - 35.40 40 - 38.87 150 - 44.94

BPFA 26.87 35.60 40.12 42.94
15 IBP-DL 62 - 25.28 58 - 28.90 45 - 30.68 121 - 31.87

BPFA 25.17 29.31 29.93 32.14
25 IBP-DL 39 - 23.74 52 - 26.54 43 - 28.10 67 - 28.90

BPFA 23.49 26.79 27.58 29.30

Table 8.4 – Résultats de la restauration sur un segment de Barbara en
niveau de gris. (En haut) la taille K du dictionnaire IBP-DL
et le PSNR (dB) : K - PSNR. (En bas) le PSNR (dB) en uti-
lisant BPFA avec 256 atomes pour restaurer l’image.

(a1)Dico : 43 atomes (b1) PSNR=11.84dB (c1) PSNR=28.10dB

(a2)Dico : 52 atomes (b2) PSNR=8.31dB (c2) PSNR=26.54dB

(a3)Dico : 39 atomes (b3) PSNR=6.37dB (c3) PSNR=23.74dB

Figure 8.10 – La restauration du segment de Barbara. De gauche à
droite, on a le dicitonnaire IBP-DL, l’image observée,
l’image restaurée. De haut en bas, on a les restaurations
de σε=25 avec 20%, 50% et 80% de pixels manquants.
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La figure 8.10 illustre plusieurs exemples de l’inpainting sur un segment de Bar-
bara. Les atomes sont affichés par l’ordre décroissant de leur utilisation. Cette ex-
périence montre la pertinence de l’IBP-DL qui propose un dictionnaire adapté et
efficace pour l’inpainting, même en présence de bruit supplémentaire.

Le tableau 8.4 regroupe plusieurs exemples de restauration sur le segment de l’image
Barbara. Il présente la taille K du dictionnaire et le PSNR obtenus en utilisant IBP-
DL pour la restauration, pour diverses proportions de pixels manquants (de 0% à
80%) et divers niveaux de bruit (0, 15, 25) pour une image en niveaux de gris vont
de 0 à 255 (8 bits). A titre de référence minimale, il est à noter qu’en utilisant uni-
quement l’atome constant pour la restauration, ce qui est équivalent à un filtre de
moyenne locale (ou une interpolation du plus proche voisin), on obtient un PSNR
de 22 dB : IBP-DL apporte au moins une amélioration significative par rapport à
cette méthode de base. Pour 80% de pixels manquants sans bruit, BPFA donne un
PSNR de 26.87 dB lorsque IBP-DL donne un PSNR de 27.49 dB avec 57 atomes.
Pour 50% de pixels manquants et σε=25, PSNRBPFA=26.79 dB et PSNRIBP-DL=26.54
dB avec K=52.

8.4.3 Inpainting avec masque non aléatoire

La dernière expérience d’inpainting est effectuée sur une image rayée et non avec
un masque aléatoire. Les rayures corespondent à 30.55% de pixels manquants. La
figure 8.11 illustre l’imageHouse rayée avec un PSNR à 10.04 dB. Un dictionnaire de
46 atomes est inféré en utilisant IBP-DL. On obtient finalement une image restaurée
à PSNR=38.97 dB. Encore une fois, la pertinence du dictionnaire obtenu à partir de
la méthode IBP-DL est de nouveau validée.

(a)PSNR=10.04 dB (b)PSNR=38.97 dB (c)Dico=46 atomes

Figure 8.11 – Exemple de l’inpanting pour l’image House rayée

8.5 Acquisition compressée

Dans le cadre de l’acquisition compressée, on utilise l’image Castle en niveaux
de gris (de taille 481 × 321). Chaque patch xi est compressé avec la même matrice
de projection gaussienne aléatoire H. Ensuite, nous utilisons un échantillonnage de
Gibbs usuel (voir 7.2.1.1) pour l’inférence selon le modèle de la section 7.1. L’image
Castle a 148836 imagettes (patches) de taille 8× 8 qui se chevauchent (overlapping),
par conséquent en dimension L = 64. La matrice de projection H ∈ RQ×L, Q ≤ L,
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(a) (b) (c)

Figure 8.12 – (a) Image Castle initiale ; (b) image restorée à partir d’une
compression de 50% (Q = L/2) avec une erreur de re-
construction relative obtenue par IBP-DL : SNR = 23.9
dB, PSNR = 32.9 dB; (c) le dictionnaire estimé contient
seulement 26 atomes.

est aléatoire avec les coefficients H(q, l)
i.i.d.∼ N (0, 1). La figure 8.12 affiche la res-

tauration de l’image Castle avec un taux de 50% qui est pour Q = L/2. Le diction-
naire estimé est constitué de 26 atomes seulement. Ces atomes n’ont pas un bon as-
pect visuel. Cependant, l’erreur quadratique relative est de 0.004 correspondant à un
SNR = 23.9 dB et un PSNR= 32.9 dB ce qui signifie une très bonne performance
de restauration.

8.6 Discussion

Les résultats expérimentaux obtenus avec le modèle IBP-DL sur différents pro-
blèmes inverses sont comparables avec les autres méthodes. En particulier, les résul-
tats de reconstruction d’image sont visuellement satisfaisants. Les performances de
reconstruction d’image de l’IBP-DL illustrent la pertinence des dictionnaires appris.
De plus, on remarque que le bruit est généralement bien estimé. On retient que le
nombre d’atomes K appris est expérimentalement souvent plus petit ou légèrement
supérieur à la dimension des données (64 ici), ce qui est plutôt surprenant. Toute-
fois, la taille des dictionnaires ne semble pas si critique vis-à-vis des performances de
restauration. Cette observation est à contre courant par rapport aux autres méthodes
paramétriques qui fixent généralement la taille du dictionnaire à un nombre grand
devant la dimension (typiquement 256).



CHAPITRE9
Conclusion et Perspectives

Nous résumons dans ce chapitre l’ensemble des contributions et questions ouvertes
qui ont été abordées au cours de ce travail. Nous proposons aussi quelques directions
de travail et perspectives à court et à moyen termes.

9.1 Conclusion

L’intérêt desméthodes bayésiennes non paramétriques est de plus en plus reconnu
pour les méthodes d’apprentissage statistiques (machine learning). Cependant cette
thématique n’a pas été beaucoup explorée dans la communauté française. L’objectif
de nos travaux est précisément d’explorer le fort potentiel des méthodes bayésiennes
non paramétriques de manière générale et pour l’apprentissage de dictionnaire en
particulier. Il s’agit d’explorer le potentiel d’un nouveau cadre pour le traitement
statistique du signal et des images qui est encore très peu utilisé. Cette thèse est l’une
des premières thèses à l’interface entre lesmodèles bayésiens non paramétriques et le
traitement de signal et des images. De façon non exhaustive, voici les thèses sur cette
thématique qui ont déjà été soutenues sont [96–98] et la plus récente est la thèse de
A.Todeschini [99].

Les représentations parcimonieuses permettent de résoudre les problèmes inverses
où l’on est à la limite de l’identifiabilité. Elles consistent à utiliser un petit nombre
d’atomes dans un dictionnaire pour la reconstruction. Ce dictionnaire peut être ap-
pris à partir d’un ensemble de données de référence, ce qu’on appelle l’apprentissage
de dictionnaire. Cette thèse s’est attachée à répondre à la question suivante “Com-
ment apprendre un dictionnaire sans fixer sa taille à l’avance?”. Pour cela, une étude
des approches bayésiennes non paramétriques a été effectuée afin de proposer une
nouvelleméthode d’apprentissage de dictionnaire bayésiennenonparamétrique nom-
mée IBP-DL, pour résoudre les problèmes inverses notamment en traitement d’image.

Ce manuscrit peut être partitionné en deux parties : après l’introduction du cha-
pitre 1, les chapitres 2 à 6 ont présenté les notions de parcimonie, d’apprentissage de
dictionnaire et les approches bayésiennes non paramétriques. Les chapitres 6, 7 et 8
ont présenté nos contributions originales : le modèle IBP-DL, les algorithmes pour
l’échantillonnage et des illustrations expérimentales sur des problèmes inverses en
traitement d’image.

Le chapitre 2 s’est intéressé aux représentations parcimonieuses et a présenté quelq-
ues méthodes d’optimisation et les bases des méthodes d’échantillonnage aléatoire
aussi appelées méthodes de Monte Carlo.
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Le chapitre 3 a présenté un état de l’art des méthodes d’apprentissage de diction-
naire pour les représentations parcimonieuses et précisé l’intérêt des approches bayé-
siennes, en particulier non paramétriques.

Le chapitre 4 s’est intéressé au processus de Dirichlet, et à son utilisation pour
les modèles de mélange en particulier. Le lien entre le processus de Dirichlet et les
autres distributions non paramétriques comme la représentation de Backwell-Mac
Queen ou le processus de restaurant chinois a été aussi présenté. Les propriétés et
avantages de ceux-ci on été développés en détail. Même si nous n’avons pas utilisé
les modèles de mélange dans notre travail, le chapitre 4 a permis d’introduire les
approches bayésiennes non paramétriques qui construisent des lois a priori sur des
espaces de mesures aléatoires.

Le chapitre 5 a poursuivi avec une deuxième famille d’approches bayésiennes non
paramétriques appliquée aux modèles à variables latentes. Ces modèles sont plus
adaptés pour l’apprentissage de dictionnaire. On s’est intéressé particulièrement au
processus de Buffet Indien qui est un des outils clés de cette thèse. Plusieurs façons
de construire le processus du Buffet Indien ont été présentées. Une lien entre le pro-
cessus Bêta et buffet indien a aussi été présenté.

Le chapitre 6 s’appuie sur une synthèse bibliographique portant sur l’échantillon-
nage correct dumodèle de buffet indien. Ce travail de synthèse n’est détaillé de façon
complète que dans nos publications [26, 27].

Dans le chapitre 7, nous avons proposé la méthode IBP-DL en utilisant une ap-
proche bayésienne non-paramétrique de type Buffet Indien présentée dans le cha-
pitre 5. L’essentiel de ce travail est publié dans [25–27] et un article est en cours de
révision [28]. IBP-DL nous permet d’apprendre un dictionnaire de taille adaptative
à partir d’un dictionnaire vide. Par conséquent, un problème de factorisation de ma-
trice est résolu d’une manière non paramétrique. En outre, nous avons formulé le
problème de l’apprentissage de dictionnaire dans le contexte des problèmes inverses
linéaires avec un bruit Gaussien. Le bruit et le niveau de parcimonie sont aussi infé-
rés. Laméthode IBP-DL est pratiquement non paramétrique car aucun paramètre de
réglage n’est nécessaire contrairement à la plupart des méthodes d’optimisation ou
paramétriques. La sensibilité aux conditions initiales de l’algorithme est assez faible.
Les hyperparamètres ont tous des valeurs très faibles et servent à construire des lois
les moins informatives possible sur les paramètres. Différents algorithmes MCMC
ont été proposés en se basant sur un échantillonnage correct étudié dans le chapitre 6.
En particulier, nous avons présenté un échantillonneur de Gibbs marginalisé ainsi
qu’un échantillonneur de Gibbs accéléré pour résoudre le problème de l’inpainting
d’image.Nous avons également déterminé un estimateurmaximum a posteriorimar-
ginalisé (mMAP) pour le couple dictionnaire et jeu de coefficients.

Dans le chapitre 8, les expériences numériques ontmontré la pertinence de l’appr-
oche proposée dans le traitement d’image pour le débruitage, l’inpainting ainsi que
l’acquisition compressée. La taille des dictionnaires obtenus est très variée. Elle est
souvent plus petite ou un peu plus grande que 64 (la dimension des données), ce qui
est plutôt surprenant. En effet, les tailles classiquement proposées dans la littérature
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sont souvent de 256 ou plus. Il apparaît aussi que la taille du dictionnaire ne semble
pas être un paramètre très sensible quant à la qualité de la restauration des images.
Toutefois, les performances de IBP-DL restent comparables aux autres méthodes de
l’état de l’art qui fixent à l’avance une grande taille de dictionnaire. En plus, le niveau
de bruit σε est aussi estimé avec une bonne précision. Cela illustre le fort potentiel
des méthodes bayésiennes non paramétriques pour l’apprentissage de dictionnaire.

Dans une démarche de recherche reproductible, les codes Matlab et C sont mis à
disposition.

9.2 Problèmes ouverts et perspectives

9.2.1 Vers des méthodes d'optimisation

Une des limites de notre algorithme est son coût de calcul dû à l’échantillonnage
de Gibbs. Un autre type d’inférence est envisagé pour réduire le temps de calcul. On
pense d’abord à l’approximation bayésienne variationnelle. L’idée de l’approximation
bayésienne variationnelle (BV) est de chercher une loi qopt(.) la plus proche de la
loi a posteriori ciblée p(. |y) qui est difficile à calculer. On peut choisir librement la
forme de la loi qopt(.). Cette loi approchant qopt(.) doit être la plus proche possible de
p(. |y) au sens où elle doit minimiser une mesure de dissemblance. Un choix naturel
de cette mesure est la divergence de Kullback-Leibler (KL) qui est une mesure de
la différence entre 2 densités de probabilité. Une étude de l’inférence variationnelle
pour le processus de buffet indien a été présentée dans [95]. À courts termes nous
souhaitons explorer ces approximations variationnelles afin de réduire les temps de
calculs. Cependant notons au passage que comme ils s’agit d’une approximation,
l’algorithme peut ne converger que vers un maximum local. Pour cela, une étude se
basant sur les travaux de Doshi et al.[95] est nécessaire afin de pouvoir proposer une
approximation pertinente pour le modèle IBP-DL.

On pense aussi à explorer de nouveauxmodèles conduisant à un jonglage entre les
méthodes bayésiennes et d’optimisation. Par exemple, une méthode d’optimisation
en utilisant des outils bayésiens a été proposé dans [100]. Nous avons commencé à
travailler sur une autre méthode qui se base sur Small Variance Asymptotics (SVA)
[101, 102]. L’idée consiste à regarder le comportement de l’échantillonneur de Gibbs
quand la variance du bruit tend vers 0. Accessoirement, afin de factoriser la vraisem-
blance, il est nécessaire de coupler certains paramètres, par exemple dans notre cas
α et σε. À la fin, à partir d’un MAP (Maximum A Posteriori), on espère obtenir une
fonction du coût similaire à celle obtenue avec les méthodes d’optimisation. Ce tra-
vail est en cours.

Dans un premier temps, on envisage de poser un nouveau modèle liant les mé-
thodes bayésiennes et d’optimisation en utilisant SVA. Cela pourrait nous permettre
de trouver les réponses aux heuristiques utilisées dans les méthodes d’optimisation.
À moyen terme, on souhaite proposer un algorithme pour minimiser la fonction de
coût qui apparaît dans ce nouveau modèle, tout en conservant les intérêts des ap-
proches non paramétriques. Cette perspective nécessite un investissement à la fois
théorique et expérimental. Nous pensons que cette contribution est importante car
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à notre connaissance aucune étude de ce type n’a été menée en apprentissage de dic-
tionnaire.

9.2.2 Comportement en loi de puissance

Dans le chapitre 5, nous avons présenté une version IBP à trois paramètres qui peut
prendre en compte un comportement en loi de puissance liant le nombre d’observa-
tions utilisant un atome et le nombre d’atomes utilisés par chaque observation. Un
autre modèle plus général est proposé par Caron [103] s’appuyant sur les réseaux
bipartites ou les réseaux d’affiliation ou de collaboration. Dans ce type de réseaux, les
éléments sont divisés en deux typesA etB, et seules les connexions entre les éléments
de types différents sont autorisées. Des exemples de ce genre peuvent être des acteurs
de cinéma jouant dans le même film, des acheteurs choisissant le même produit, des
internautes postant unmessage sur lemême forum, des personnes qui lisent lemême
livre ou écoutent la mêmemusique, etc. Les méthodes BNP permettent de modéliser
les relations entre deux types d’entités. Un étude sur ces modèles a été commencée
avec F.Caron pendant un séjour à Oxford au printemps 2015.

Dans [99, 103], un modèle bayésien non paramétrique (BNP) a été proposé où
chaque élément possède son propre paramètre de sociabilité permettant de capturer
le comportement en loi de puissance observé dans les graphes bipartites réels et re-
produire des propriétés statistiques fines des données. Dans ce modèle, les éléments
de type A sont des lecteurs et les éléments de type B sont des livres. Les méthodes
BNPnous permettent de ne pas fixer à l’avance l’ensemble des livres disponibles {θj},
il peut augmenter à mesure que de nouveaux lecteurs sont ajoutés, sa taille étant po-
tentiellement infinie. L’ensemble des livres lu par le lecteur i peut être représenté par
le processus ponctuel suivant :

zi =
∞∑
j=1

zijδθj (9.1)

où zij = 1 quand le lecteur i a lu le livre j et 0 sinon. La collection demesures binaires
(z1, ..., zn) définit l’ensemble des relations entre les lecteurs et les livres. Le modèle
BNP de [103] propose :

p(zij = 1|ωj, γi) ∼ Ber(1− exp(−γiωj)) (9.2)

où les ωj > 0, (ωj, θj) sont issus d’une mesure complètement aléatoire (CRM) et où
chaque lecteur possède son propre paramètre d’intérêt pour la lecture γi > 0. Dans
la métaphore du buffet Indien, chaque client i a son propre appétit γi et chaque plat j
a sa propre popularitéωj . Cemodèle plus flexible permet une distribution des degrés
des lecteurs non Poissonnienne, tout en conservant les propriétés de conjugaison et
un processus génératif similaire à l’IBP à trois paramètres (stable).

Le temps d’exécution en Matlab des algorithmes proposés limite la complexifica-
tion de nos algorithmes. Nous n’avons pas encore pu utiliser ces modèles dans notre
méthode d’apprentissage de dictionnaire. A présent, l’ensemble des codes a été ré-
implémenté en C. A court terme, nous envisageons de retravailler sur ces modèles
afin de les implémenter dans l’apprentissage de dictionnaire, notamment en traite-
ment d’image. Nous espérons que l’utilisation de ces modèles permettra de prendre
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en compte le comportement en loi puissance de la fréquence d’utilisation des atomes.
On obtient en plus un lien entre la texture de chaque patch et le nombre de patches
utilisés. On peut imaginer un modèle où les patches ayant une texture pauvre sont
représentés par peu d’atomes. Réciproquement, les patches ayant une texture riche
seront représentés par de nombreux atomes. Nous pensons que cesmodèles ouvre de
nouvelles perspectives sur l’apprentissage de dictionnaire et méritent d’être étudier.

9.2.3 Application dans l'image couleur

Une perspective au niveau applicatif a aussi été envisagée à court terme. Pour
l’instant, l’application de la méthode IBP-DL en traitement d’image concerne les
images en niveaux de gris. Nous voulons ensuite l’implémenter dans le cadre des
images couleur. Les images couleurs peuvent être construites par la superposition de
3 couches, par exemple RGB ou encore YCbCr. Dans les approches paramétriques
et d’optimisation, les trois couches ne peuvent pas être pas traitées indépendam-
ment. Comme les 256 atomes sont fixés, les patches au même emplacement sur les 3
couches doivent s’associer aux mêmes atomes. Une question sur l’avantage de BNP
pour l’image couleur est posée. Comme K n’est pas fixé, les 3 couches peut être
traitées séparément. On peut apprendre un dictionnaire D, incluant un jeu de coef-
ficients W pour chaque couche et les combiner à la fin. Cette perspective devra être
explorée au travers d’expériences numériques : celles-ci pourront être développées à
partir du code C existant.

9.2.4 Le nombre d'atomes et les données

Nous observons dans le chapitre 8 que le dictionnaire inféré par IBP-DL n’est pas
toujours redondant dans le sens où la taille de dictionnaire K est souvent plus pe-
tite ou seulement un peu plus grande que la dimension des données (64 ici). On a
observé aussi que quand le niveau de bruit est petit on obtient plus d’atomes que
quand le niveau de bruit est élevé. Certaines images ont des nombres d’atomes si-
milaires. Certaines images ont plus atomes que les autres. Une fois que les modèles
d’apprentissage de dictionnaire utilisant l’IBP à trois paramètres et les réseaux bi-
partites seront mis en place, les résultats obtenus nous donneront un premier avis
sur cette observation. On souhaite ensuite étudier le lien entre le nombre d’atomes
et l’information apportée par l’image. Pour l’instant, l’entropie de l’image au sens
de Shannon est calculée pixels à pixels. Nous souhaitons introduire un autre type
d’entropie utilisant les patches. Cela sera une perspective à moyen terme, voire long
terme.





ANNEXEA
Annexes

A.1 Modèle linéaire gaussien avec les variables latentes binaires

A.1.1 Echantillonnage de Gibbs

On calcule la distribution a posteriori sur zki pour l’atome k active, cf. partie 6.2.1.

p(zki|Y,D,Z−ki, σε) ∝ N (yi|Dzi, σ2
ε)P (zki|Z−ki)

∝ exp
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− 1

2σ2
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A.1.2 Echantillonnage de Gibbs marginalisé

On cherche à calculer la vraisemblance marginalisée par rapport au dictionnaire D,
cf. partie 6.3.1.

p(Y | Z, σD, σε) =

∫
p(Y | D,Z, σε)p(D | σD)dD (A.1)

Nous avons :
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Le produit de ces deux équations est l’exponentielle de la trace de :
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Afin de faciliter l’intégrale sur D, on montre D sachant Y et Z suit une loi Normale.
On cherche à réécrire l’équation (A.2) sous la forme :

(D− µD|Y,Z)Σ
−1
D|Y,Z(D− µD|Y,Z)

T + C

=DΣ−1
D|Y,ZD

T −DΣ−1
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T
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(A.4)
L’idée est d’indentifier terme à terme (A.2) et (A.4) :
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L’intégrale extrait la dépendance en D est :
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A.1.3 Echantillonnage de Gibbs marginalisé accéléré

On applique le lemme d’inversion matricielle sur la statistique suffisante de la loi a
posteriori de D afin d’enlever et ajouter facilement l’influence de i, cf. 6.4.2. Pour
rappel, le lemme d’inservion matricielle est l’équation suivante :

(A−BD−1C)−1 = A−1 + A−1B(D − CA−1B)−1CA−1 (A.7)

La statistique suffisante ou information form a la forme suivante :
gD|Y,Z = Σ−1

D|Y,Z
hD|Y,Z = µD|Y,Z gD|Y,Z

(A.8)

On enlève l’influence de zietyi de la façon suivante :
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(A.9)

En pratique, on veut récupérer ΣD|Y−i,Z−i
= g−1

D|Y−i,Z−i
. Pour éviter des inversions

matricelles qui coûtent chères, on utilise le lemme d’inversion matricielle :
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La remise de i est comme suit :
gD|Y,Z = gD|Y−i,Z−i

+ σ−2
ε zizTi

hD|Y,Z = hD|Y−i,Z−i
+ σ−2

ε yiz
T
i

(A.12)

La covariance ΣD|Y,Z peut être récupéré facilement sans inverser la matrice g−1
D|Y,Z :
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zi + σ2

ε

ΣD|Y−i,Z−i
zizTi ΣD|Y−i,Z−i

(A.13)

µD|Y,Z = hD|Y,Zg
−1
D|Y,Z = (hD|Y−i,Z−i

+ σ−2
ε yiz

T
i )ΣD|Y,Z (A.14)

A.2 Modèle IBP-DL

A.2.1 Echantillonnage de Gibbs

On calcule la postérieure de zki pour l’atome actif k, voir l’équation (7.15).

p(zki|Y,H,D,Z−ki, S, σε) ∝ N (yi|HiD(zi ⊙ si), σ2
ε)P (zki|Z−ki)

∝ exp
[
− 1

2σ2
ε

((yi −HiD(zi ⊙ si))T(yi −HiD(zi ⊙ si))
]
P (zki|Z−ki)

∝ exp

−1
2σ2

ε

(−2zkiskidTkHT
i yi + zkiskidTkH

T
i Hizkiskidk + 2zkiskidTkH

T
i Hi

K∑
j=1
j ̸=k

djzjisji)

P (zki|Z−ki)

∝ exp

−1
2σ2

ε

((zkiski)
2dTkH

T
i Hidk − 2zkiskidTkH

T
i (yi −Hi

K∑
j=1
j ̸=k

djzjisji)

P (zki|Z−ki)

A.2.2 Echantillonnage de Gibbs marginalisé pour l'inpainting

On calcul la vraisemblance marfginalisée p(Y | {Hi},Z, S, σε, σD) en intégrant le
dictionnaire D dans l’équation (7.27). L’intégration doit être réalisée par rapport
aux lignes de D en raison de la présence de la masque binaire Hi. On rappelle que
F = {Fℓ}ℓ=1,...,L est l’ensemble dematrices diagonales binaires de tailleN . Si chaque
Hi est associé à chaqueY(:, i), Fℓ est associé à chaqueY(ℓ, :),la dimension ℓ des don-
nées. Fℓ(i, i) indique si le pixel à l’emplacement ℓ du patch i est observé ou pas, ainsi
Fℓ(i, i)=Hi(ℓ, ℓ)=Hi,ℓ.

p(Y | {Hi},Z, S, σε, σD) = p(Y | F ,Z, S, σε, σD)

=

∫
p(Y | F ,D,Z, S, σε)p(D | σD)dD (A.15)

Soit yℓ,: = Y(ℓ, :), dℓ,: = D(ℓ, :), on obtient :

p(Y | F ,D,W, σε) =
1

(2πσ2
ε)

∥Y∥0/2
exp

[
− 1

2σ2
ε

P∑
l=1

(yℓ,: − dℓ,:WFℓ)(yℓ,: − dℓ,:WFℓ)
T

]

p(D | σ2
D) =

1

(2πσ2
D)

KL/2
exp

[
− 1

2σ2
D

P∑
l=1

D(ℓ, :)D(ℓ, :)T

]
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La produit dans l’intégrale de l’équation (A.15) devient

p(Y | F ,D,W, σε)p(D | σD) =
1

(2π)(∥Y∥0+KL)/2σ
∥Y∥0
ε σKL

D

(A.16)

exp

[
−1

2

L∑
l=1

(
σ−2
ε (yℓ,: − dℓ,:WFℓ)(yℓ,: − dℓ,:WFℓ)

T +
1

σ2
D

dℓ,:dTℓ,:

)]

σ−2
ε (yℓ,: − dℓ,:WFℓ)(yℓ,: − dℓ,:WFℓ)

T +
1

σ2
D

dℓ,:dTℓ,:

=σ−2
ε yℓ,:y

T
ℓ,: + σ−2

ε dℓ,:WFℓFT
ℓW

TdTℓ,: −
2

σ2
ε

yℓ,:F
T
ℓW

TdTℓ,: +
1

σ2
D

dℓ,:dTℓ,:

=σ−2
ε yℓ,:y

T
ℓ,: + dℓ,:(σ−2

ε WFℓFT
ℓW

T +
1

σ2
D

IK)dTℓ,: −
2

σ2
ε

yℓ,:F
T
ℓW

TdTℓ,:

=σ−2
ε yℓ,:y

T
ℓ,: + dℓ,:(σ2

εMℓ)
−1dTℓ,: −

2

σ2
ε

yℓ,:F
T
ℓW

TdTℓ,:

=(dℓ,: − yℓ,:F
T
ℓW

TMℓ)(σ
2
εMℓ)

−1(dℓ,: − yℓ,:F
T
ℓW

TMℓ)
T + σ−2

ε Υℓ

où

Mℓ = (WFℓFT
ℓW

T +
σ2
ε

σ2
D

IK)−1, (A.17)

Υℓ = yℓ,:(I− FT
ℓW

TMℓWFℓ)yTℓ,:. (A.18)

On peut montrer que dℓ,: = D(ℓ, :) peut être distribué selon une distribution gaus-
sienne :

p(dℓ,: | yℓ,:, Fℓ,Z, S, σε, σD) ∝ N (µD(ℓ,:),ΣD(ℓ,:))

ΣD(ℓ,:) = σ2
εMℓ (A.19)

µD(ℓ,:) = yℓ,:F
T
ℓW

TMℓ

et

p(D | Y,F ,Z, S, σε, σD) ∝
L∏

ℓ=1

p(dℓ,: | yℓ,:, Fℓ,Z, S, σε, σD) (A.20)

L’intégrale dans l’équation (A.15) donne l’équation (7.27)

p(Y | F ,Z, S, σ2
ε, σ

2
D) =

1

(2π)(∥Y∥0+KL)/2σ
∥Y∥0
ε σKL

D

exp

[
−1

2

P∑
l=1

σ−2
ε Υℓ

]

×
∫

exp

[
−1

2

P∑
l=1

(
(dℓ,: − µD(ℓ,:))Σ

−1
D(ℓ,:)(dℓ,: − µD(ℓ,:))

TdD
)]

=

P∏
ℓ=1

(2π)K/2|ΣD(ℓ,:)|1/2

(2π)(∥Y∥0+KL)/2σ
∥Y∥0
ε σKL

D

P∏
ℓ=1

exp
[
− 1

2σ2
ε

Υℓ

]
(A.21)

=
1

(2π)∥Y∥0/2σ
∥Y∥0−KL
ε σKL

D

P∏
ℓ=1

|Mℓ|1/2exp
[
− 1

2σ2
ε

Υℓ

]
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A.2.3 Version échantillonnage accélérée pour l'inpainting

Cette partie détaille les calculs utilisés dans la partie 7.2.1.3.

A.2.3.1 Vraisemblance marginalisée

On détaille maintenant l’intégrale utiliée dans l’équation (7.37).

p(Y | H,W, σε, σD) =

∫
p(Y | H,D,W, σε)p(D | σD)dD (A.22)

Les données sont réparties en deux sous-ensembles selonY = [yi,Y−i],W = [wi,W−i]
etH = {Hi,H−i}.

p([yi | Hi,wi, σε, σD)p(Y−i | H−i,W−i, σε, σD) (A.23)
∝ p([yi | Hi,wi, σε,H−i,Y−i,W−i, σD) (A.24)

∝
∫

p(yi,Y−i | Hi,H−i,D,wi,W−i, σε)p(D | σD)dD (A.25)

∝
∫

p(yi | Hi,D,wi, σε)p(Y−i | H−i,D,W−i, σε)p(D | σD)dD

La vraisemblance p(Y−i | H−i,W−i,D, σε) et la loi a priorip(D | σD) sont toutes des
gaussiennes.On applique la règle de bayes. La loi a posteriorip(D | Y−i,H−i,W−i, σε, σD)
est aussi une gaussienne d’espérance µD(ℓ,:),−i et de covariance ΣD(ℓ,:),−i

p([yi | Hi,wi, σε,µD(ℓ,:),−i,ΣD(ℓ,:),−i)

∝
∫

p(yi | Hi,D,wi, σε)p(D | Y−i,H−i,W−i, σε, σD)dD

∝
∫

p(yi | Hi,D, zi, si, σε)
L∏

ℓ=1

N (D(ℓ, :);µD(ℓ,:),−i,ΣD(ℓ,:),−i)dD (A.26)

p(yi | Hi,D,wi, σε) et p(D | Y−i,H−i,W−i, σε, σD) sont des gaussiennes alors
l’integrale dans l’équation (A.26) donne :

p([yi | Hi,wi, σε,µD(ℓ,:),−i,ΣD(ℓ,:),−i) ∝
L∏

ℓ=1

N (yi(ℓ);µyiℓ, σyiℓ) (A.27)

où µyiℓ = Hi,ℓµD(ℓ,:),−iwi

σyiℓ = Hi,ℓwT
i ΣD(ℓ,:),−iwi + σ2

ε

(A.28)

A.2.3.2 Lemme d'inversion matricielle

On a besoin de calculer l’inversion de gD(ℓ,:) et enlever or remettre l’influence de
chaque donnée i, voir (7.36).

1. Pour enlever l’influence de donnée i, on a besoin de ΣD(ℓ,:),−i = g−1
D(ℓ,:),−i :

g−1
D(ℓ,:),−i =

(
gD(ℓ,:) − σ−2

ε Hi,ℓwiwT
i

)−1

= g−1
D(ℓ,:) +

g−1
D(ℓ,:)Hi,ℓwiwT

i g
−1
D(ℓ,:)

σ2
ε − wT

i g
−1
D(ℓ,:)Hi,ℓwi

= g−1
D(ℓ,:) −

Hi,ℓ

Hi,ℓwT
i g

−1
D(ℓ,:)wi − σ2

ε

g−1
D(ℓ,:)wiwT

i g
−1
D(ℓ,:) (A.29)
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2. Remetre l’influence de donnée i pour récupérer ΣD(ℓ,:) = g−1
D(ℓ,:) à partir de

ΣD(ℓ,:),−i :

g−1
D(ℓ,:) =

(
gD(ℓ,:),−i + σ−2

ε Hi,ℓwiwT
i

)−1

= g−1
D(ℓ,:),−i −

g−1
D(ℓ,:),−iHi,ℓwiwT

i g
−1
D(ℓ,:),−i

σ2
ε + wT

i g
−1
D(ℓ,:),−iHi,ℓwi

= g−1
D(ℓ,:),−i −

Hi,ℓ

Hi,ℓwT
i g

−1
D(ℓ,:),−iwi + σ2

ε

g−1
D(ℓ,:),−iwiwT

i g
−1
D(ℓ,:),−i (A.30)

A.2.4 Echantillonnage du dictionnaire

Ondétaille le calcul de l’équation (7.48). La loi a posterioridedk est calculée suivante :

p(dk|Y,H,Z, S,D−k, σε, σD) ∝
N∏
i=1

N (yi;HiD(si ⊙ zi), σ2
εI∥Hi∥0)N (dk; 0, σ2

DIL)

∝
N∏
i=1

exp
[
−1

2
(yi −HiDwi)

Tσ−2
ε (yi −HiDwi)

]
exp

[
−1

2
(dTkσ

−2
D ILdk)

]

∝ exp

[
−1

2

(
N∑
i=1

(yi −HiDwi)
Tσ−2

ε (yi −HiDwi) + dTkσ
−2
D ILdk

)]
(A.31)

Le produit des lois normales nous donne une loi normale.
On montrera que p(dk|−) ≡ N (µdk ,Σdk).
Maintenant, on travaille avec l’exponentielle dans l’équation (A.31) :

N∑
i=1

(yi −HiDwi)
Tσ−2

ε I(yi −HiDwi) + dTkσ
−2
D ILdk

=dTkσ
−2
D ILdk + σ−2

ε

(
N∑
i=1

yTi yi − 2wT
i D

THT
i yi + wT

i D
THT

i HiDwi

)

=σ−2
ε

N∑
i=1

yTi yi − 2

wkidTk +
K∑
j=1
j ̸=k

wjidTj

HT
i yi+

wkidTk +
K∑
j=1
j ̸=k

wjidTj

HT
i Hi

wkidk +
K∑
j=1
j ̸=k

djwji

+ dTkσ
−2
D ILdk (A.32)

Il faut identifier l’équation (A.32) à la forme : dTkΣ
−1
dk dk − 2dTkΣ

−1
dk µdk + Cst de normalisation .
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En simplifiant les termes qui ne contiennent pas dk dans eq. (A.32), on obtient :

dTkσ
−2
D ILdk + σ−2

ε

N∑
i=1

−2wkidTkH
T
i yi + wkidTkH

T
i Hiwkidk + 2wkidTkH

T
i Hi

K∑
j=1
j ̸=k

djwji

=dTk

(
σ−2
D IL + σ−2

ε

N∑
i=1

w2
kiH

T
i Hi

)
dk − 2σ−2

ε

N∑
i=1

dTkwki

HT
i yi −HT

i Hi

K∑
j=1
j ̸=k

djwji


=dTk (σ

−2
D IL + σ−2

ε

N∑
i=1

w2
kiH

T
i Hi)︸ ︷︷ ︸

Σ−1
dk

dk − 2dTk

IK︷ ︸︸ ︷
Σ−1

dk ΣdkΣ−1
dk Σdkσ

−2
ε

N∑
i=1

wki(HT
i yi −HT

i Hi

K∑
j=1
j ̸=k

djwji)

︸ ︷︷ ︸
µdk

(A.33)

p(dk|Y,H,Z, S,D−k, σε, σD) ∝ N (µdk ,Σdk)

Σdk = (σ−2
D IL + σ−2

ε

N∑
i=1

w2
kiHT

i Hi)
−1

µdk = σ−2
ε Σdk

N∑
i=1

wki(HT
i yi −HT

i Hi

K∑
j ̸=k

djwji)

(A.34)

A.2.5 Echantillonnage des coefficients

La loi a posteriori de ski dans l’équation (7.51) peut être calculée de la façon suivante :

p(ski|Y,Hi,D,Z, Sk,−i, σε, σS) ∝ N (yi;HiD(si ⊙ zi), σ2
εI∥Hi∥0)N (si; 0, σ−2

S IK))

∝ exp

[
−1

2

(
σ−2
ε (yi −HiDwi)

T (yi −HiDwi)] + σ−2
S

K∑
j=1

s2ij

)]
(A.35)

Idem que dk, on cherche à montrer p(ski | −) ∝ N (µski ,Σski). On simplifie les
termes qui ne contient pas ski afin d’identifier la partie dans l’exponentielle de l’équa-
tion (A.35) à la forme : sTkiΣ−1

ski
ski−2sTkiΣ−1

ski
µski+Cst de normalisation, on obtient :

σ−2
ε (w2

kid
T
kH

T
i Hidk − 2wkidTk (H

T
i yi −HT

i Hi

K∑
j=1
j ̸=k

djwji)) + σ−2
S s2ki

=σ−2
ε z2kis

2
kid

T
kH

T
i Hidk + σ−2

S s2ki − 2σ−2
ε zkiskidTk (H

T
i yi −HT

i Hi

K∑
j=1
j ̸=k

djwji)

=s2ki (σ
−2
ε z2kid

T
kH

T
i Hidk + σ−2

S )︸ ︷︷ ︸
Σ−1

ski

−2ski

1︷ ︸︸ ︷
Σ−1

ski
ΣskiΣ−1

ski
Σskiσ

−2
ε zkidTk (H

T
i yi −HT

i Hi

K∑
j=1
j ̸=k

djwji)

︸ ︷︷ ︸
µski
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p(ski|Y,Hi,D,Z, Sk,−i, σε, σS) ∝ N (µski ,Σski)

zki = 1⇒


Σski = (σ−2

ε dTkH
T
i Hidk + σ−2

S )−1

µski = σ−2
ε Σskid

T
k (H

T
i yi −HT

i Hi

K∑
j ̸=k

djwji)

zki = 0⇒
{

Σski = σ2
S

µski = 0

(A.36)

où Σski , µski et ski sont des scalaires.

A.2.6 Echantillonnage des autres paramètres

La loi a posteriori de σ−2
ε (voir eq.(7.54)) est :

p(σ−2
ε |−) ∝

N∏
i=1

N (yi;HiD(si ⊙ zi), σ2
Y I∥Hi∥0)G(σ−2

ε ; c0, d0)

∝
(
σ−2
ε

) 1
2

N∑
i=1

∥Hi∥0
exp

[
− 1

2σ2
Y

N∑
i=1

∥yi −HiDwi∥22

]
f c0
0 (σ−2

ε )
c0−1 exp[−d0σ−2

ε ]

Γ(c0)

∝
dc00 (σ−2

ε )
c0+

1
2

N∑
i=1

∥Hi∥0−1
exp[−σ−2

ε (d0 +
1

2σ2
Y

N∑
i=1

∥yi −HiDwi∥22)]

Γ(c0)

=⇒ σ−2
ε |− ∼ G

(
c0 +

1

2

N∑
i=1

∥Hi∥0, d0 +
1

2

N∑
i=1

∥yi −HiDwi]∥22

)
(A.37)

La loi a posteriori de σ−2
S (voir eq.(7.55)) est :

p(σ−2
S |−) ∝

N∏
i=1

N (si; 0, σ2
SIK)G(σ−2

S ; e0, f0)

∝
N∏
i=1

(2π)−
K
2 |σ−2

S IK |
1
2 exp[−1

2
(sTi σ

−2
S IKsi)]

f e0
0

(
σ−2
S

)e0−1 exp[−f0σ−2
S ]

Γ(e0)

∝

(
(2π)−

KN
2

(
σ−2
S

)KN
2 exp[− 1

2σ2
S

N∑
i=1

(sTi si)]

)
f e0
0

(
σ−2
S

)e0−1 exp[−f0σ−2
S ]

Γ(e0)

∝
(2π)−

KN
2 f e0

0

(
σ−2
S

)e0+KN
2

−1 exp[−σ−2
S (f0 +

1
2

N∑
i=1

sTi si)]

Γ(e0)

=⇒ σ−2
S |− ∼ G

(
e0 +

KN

2
, f0 +

1

2

N∑
i=1

sTi si

)
(A.38)
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Soit HN =
N∑
j=1

, la loi a posteriori de α (voir eq.(7.56)) est :

p(α|−) ∝ P(K | αHN)G(α; a0, b0)

exp(−αHN)
(αHN)

K

K!
ba00 αa0−1 exp(−b0α)

ba00 HK
N

K!
αa0+K−1 exp(−α(HN + b0))

=⇒ α|− ∼ G (a0 +K, b0 + HN) (A.39)

A.3 Marginalisation par rapport des coefficients

On cherche à calculer la vraisemblance marginalisée par rapport aux coefficients S.

p(Y | Z,D, σS, σε) =

∫
p(Y | D,Z, S, σε)p(S | σS)dS (A.40)

Nous avons :

p(Y | D,Z, S, σε) =
1

(2πσ2
ε)

NL/2
exp(− 1

2σ2
ε

tr[(Y−D(Z⊙ S))T(Y−D(Z⊙ S))])

p(S | σS) =
1

(2πσ2
S)

KN/2
exp

{
− 1

2σ2
S

tr[STS]
}

Soit D̂i les atomes k du dictionnaire que le donnée i sélectionne.
Soit ŝi les coefficients des atomes k que le donnée i utilise effectivement (zki = 1).
Soit mi le nombre d’atomes que le donnée i utilise. On a :

p(Y | Z,D, σS, σε) =
1

2π(NL+KN)/2σNL
ε σKN

S∫
exp

(
N∑
i=

− 1

2σ2
ε

(
(yi −D(zi ⊙ si))T(yi −D(zi ⊙ si))

)
− 1

2σ2
S

sTi si

)
dS

=
1

2π(NL+KN)/2σNL
ε σKN

S

exp

(
N∑
i=1

− 1

2σ2
ε

yTi yi

)
∫

exp

(
−1

2

N∑
i=1

− 1

σ2
ε

yTi D̂iŝi −
1

σ2
ε

ŝTi D̂
T
i yi + ŝTi

(
1

σ2
ε

D̂T
i D̂i +

1

σ2
S

Imi

)
ŝi

)
dS

(A.41)

Afin de faciliter l’intégrale sur S, on essaie de montrer la loi a posteriori de ŝi est
une gaussienneN (µ̂i, Σ̂i). L’idée est d’indentifier les termes dans l’exponentielle de
l’équation (A.41) avec

ŝTi Σ̂
−1

i ŝi − ŝTi Σ̂
−1

i µ̂i − µ̂T
i Σ̂

−1

i ŝi + µ̂T
i Σ̂

−1

i µ̂i + ĉi

Soit M̂i =
(
D̂T

i D̂i +
σ2
ε

σ2
S
Imi

)−1

. On obtient :

Σ̂i = σ2
εM̂i (A.42)

µ̂i = M̂iD̂
T
i yi (A.43)

ĉi = −
1

σ2
ε

yTi D̂iM̂
T
i D̂

T
i yi (A.44)
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L’équation (A.41) devient :

1

2π(NL+KN)/2σNL
ε σKN

S

exp

(
N∑
i=1

− 1

2σ2
ε

yTi yi

)
exp

(
1

2σ2
ε

N∑
i=1

yTi D̂iM̂
T
i D̂

T
i yi

)
∫

exp

(
−1

2

N∑
i=1

(ŝi − µ̂i)
TΣ̂

−1

i (ŝi − µ̂i)

)
dŝi (A.45)

On obtient finalement :

p(Y | Z,D, σS, σε)

=
1

2π(NL+KN)/2σNL
ε σKN

S

exp

(
N∑
i=1

− 1

2σ2
ε

yTi yi

)
exp

(
1

2σ2
ε

N∑
i=1

yTi D̂iM̂
T
i D̂

T
i yi

)
N∏
i=1

2πmi/2 | σ2
εM̂i |1/2 (A.46)

A.4 Estimateur du maximum a posteriorimarginalisé

Soit θ = (σε, σS, α). On cherche :

p(D,Z, S | Y,H) =
∫

p(D,Z, S | Y,H,θ)p(θ)dθ. (A.47)

On a :

p(D,Z, S | Y,θ) = p(Y | H,D,Z, S,θ)p(D)p(Z)p(S) (A.48)

p(θ) = p(α)p(
1

σ2
ε

)p(
1

σ2
S

) (A.49)

On a aussi :

p(Y | D,Z, S, σε) =
1

(2πσ2
ε)

N0/2
exp

(
− 1

2σ2
ε

N∑
i=1

∥yi −HiDwi∥2F

)
(A.50)

p(D | σD) =
K∏
k=1

1

(2πσ2
D)

L/2
exp

(
− 1

2σ2
D

∥dk∥22
)

(A.51)

p(Z | α) = αK

2N−1∏
h=1

Kh!

exp (−αHN)
K∏
k=1

(N −mk)!(mk − 1)!

N !
(A.52)

p(S | σS) =
N∏
i=1

K∏
k=1

1

(2πσ2
S)

1/2
exp

(
− 1

2σ2
S

ski

)
(A.53)

p(α) = G(1, 1) (A.54)
p(1/σ2

ε) = G(c0, d0) (A.55)
p(1/σ2

S) = G(e0, f0) (A.56)

où G(x; a, c) = xa−1ba exp(−bx)/Γ(a) ; HN =
N∑
j=1

1

j
; N0 =

N∑
i=1

∥Hi∥0
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Marginalisation par rapport à α : Pour effectuer le calcul de l’équation (A.47), on
intègre tout d’abord α. Dans ce calcul, on s’intéresse juste les termes contenant α qui
se trouvent dans les distributions (A.52) et (A.54). On a α ∼ G(1, 1) = exp(−α).

∫ ∞

0

αK exp(−αHN) exp(−α)dα =

∫ ∞

0

αK exp(−α(HN + 1))dα (A.57)

On a : Γ(x) =
∫∞
0

tx−1 exp(−t)dt

∫ ∞

0

αK exp(−α(HN + 1))dα =

∫
[(HN + 1)α]K exp(−α(HN + 1))(HN + 1)dα

(HN + 1)K+1

=
Γ(K + 1)

(HN + 1)K+1
=

K!

(HN + 1)K+1
K ∈ N (A.58)

Alors,

∫
p(Z)p(α)dα

=
K!

(HN + 1)K+1

1
2N−1∏
h=1

Kh!

K∏
k=1

(N −mk)!(mk − 1)!

N !

(A.59)

Remarque : ∀h : Kh = 1 avec une forte probabilité surtout quandN est très grand.

Marginalisation par rapport à σε : On cherche ensuite à marginaliser par rapport
à la variance du bruit σ2

ε. Les termes qui contiennet cette variable se trouve dans la

vraisemblance (A.50) et la loi a priori(A.55). Soit N0 =
N∑
i=1

∥Hi∥0.

∫ ∞

0

p(Y | H,D,Z, S, σε)p(1/σ2
ε)d

1

σ2
ε

∝
∫

exp

− 1

σ2
ε
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N∑
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∥yi −HiDwi∥2F

2


( 1

σ2
ε

)N0/2+c0−1

d
1

σ2
ε

(A.60)
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En pratique, on choisit de faibles valeurs pour les hyperparamètres de précisions
(c0=d0=e0=f0=10−6) afin d’obtenir des hyperpriors non-informatives. Alors,∫ ∞

0

p(Y | H,D,Z, S, σε)p(1/σ2
ε)d

1

σ2
ε

∝
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(A.61)

Marginalisation par rapport à σS : Idem pour marginaliser par rapport à σS :∫ ∞

0

p(S | σS)p(1/σ2
S)d

1
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On combine les trois équations (A.59),(A.61),(A.62) et (A.51) on obtient :

p(D,Z, S | Y) ∝ K!

(HN + 1)K+1

1
2N−1∏
h=1

Kh!

K∏
k=1
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2
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(A.63)

où N0 =
N∑
i=1

∥Hi∥0, HN =
N∑
j=1

1/j.
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Approches bayésiennes non paramétriques et apprentissage de dictionnaire pour les
problèmes inverses en traitement d’image

L’apprentissage de dictionnaire pour la représentation parcimonieuse est bien connu dans
le cadre de la résolution de problèmes inverses. Les méthodes d’optimisation et les ap-
proches paramétriques ont été particulièrement explorées. Ces méthodes rencontrent cer-
taines limitations, notamment liées au choix de paramètres. En général, la taille de diction-
naire doit être fixée à l’avance et une connaissance des niveaux de bruit et éventuellement
de parcimonie sont aussi nécessaires. Les contributions méthodologiques de cette thèse
concernent l’apprentissage conjoint du dictionnaire et de ses paramètres, notamment pour
les problèmes inverses en traitement d’image. Nous étudions et proposons laméthode IBP-
DL (Indien Buffet Process for Dictionary Learning) en utilisant une approche bayésienne
non paramétrique. Une introduction sur les approches bayésiennes non paramétriques est
présentée. Le processus de Dirichlet et son dérivé, le processus du restaurant chinois, ainsi
que le processus Bêta et son dérivé, le processus du buffet indien, sont décrits. Le modèle
proposé pour l’apprentissage de dictionnaire s’appuie sur un a priori de type Buffet Indien
qui permet d’apprendre un dictionnaire de taille adaptative. Nous détaillons la méthode de
Monte-Carlo proposée pour l’inférence. Le niveau de bruit et celui de la parcimonie sont
aussi échantillonnés, de sorte qu’aucun réglage de paramètres n’est nécessaire en pratique.
Des expériences numériques illustrent les performances de l’approche pour les problèmes
du débruitage, de l’inpainting et de l’acquisition compressée. Les résultats sont comparés
avec l’état de l’art. Le code source en Matlab et en C est mis à disposition.
Mots-clés : représentations parcimonieuses, apprentissage de dictionnaire, prolèmes in-
verses, bayésien non paramétrique, processus du Buffet Indien, Monte-Carlo par chaînes
de Markov

Bayesian nonparametric approaches and dictionary learning for inverse problems in
image processing

Dictionary learning for sparse representation has beenwidely advocated for solving inverse
problems. Optimization methods and parametric approaches towards dictionary learning
have been particularly explored.Thesemethodsmeet some limitations, particularly related
to the choice of parameters. In general, the dictionary size is fixed in advance, and sparsity
or noise level may also be needed. In this thesis, we show how to perform jointly dictionary
and parameter learning, with an emphasis on image processing. We propose and study the
Indian Buffet Process for Dictionary Learning (IBP-DL) method, using a bayesian nonpa-
rametric approach. A primer on bayesian nonparametrics is first presented. Dirichlet and
Beta processes and their respective derivatives, the Chinese restaurant and Indian Buffet
processes are described. The proposed model for dictionary learning relies on an Indian
Buffet prior, which permits to learn an adaptive size dictionary. The Monte-Carlo method
for inference is detailed. Noise and sparsity levels are also inferred, so that in practice no
parameter tuning is required.Numerical experiments illustrate the performances of the ap-
proach in different settings : image denoising, inpainting and compressed sensing. Results
are compared with state-of-the art methods is made. Matlab and C sources are available
for sake of reproducibility.
Keywords : sparse representations, dictionary learning, inverse problems, Bayesian non-
parametric, Indian Buffet Process, Markov chain Monte Carlo
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