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Résumé

La problématique des jeux de données déséquilibrées en apprentissage su-
pervisé est apparue relativement récemment, dés lors que le data mining est
devenu une technologie amplement utilisée dans I'industrie. L’aide au diag-
nostic médical, la détection de fraudes, de phénoménes anormaux, ou en-
core d’éléments spécifiques sur des images satellites, sont autant d’exemples
d’applications industrielles basées sur l'apprentissage supervisé de données
déséquilibrées. Le but de nos travaux est d’adapter différents éléments de
I’apprentissage supervisé a cette problématique. Nous cherchons également
a répondre aux exigences spécifiques de performances souvent liées aux pro-
bléemes de données déséquilibrées, comme un taux de rappel élevé pour la
classe minoritaire. Ce besoin se retrouve dans notre application principale,
la mise au point d’un logiciel d’aide a la détection des cancers du sein, ou la
priorité est de trouver un maximum de lésions avant de chercher a diminuer
le nombre de fausses alarmes.

Pour cela, nous proposons de nouvelles méthodes modifiant trois diffé-
rentes étapes d'un processus d’apprentissage. Tout d’abord au niveau de
I’échantillonnage, nous proposons lors de 'utilisation d’un bagging, de rem-
placer le bootstrap classique par un échantillonnage dirigé. Nos techniques
FUNSS et LARSS utilisent des propriétés de voisinage pour la sélection des
individus. Ensuite au niveau de I'espace de représentation, notre contribution
consiste en une méthode de construction de variables adaptées aux jeux de
données déséquilibrées. Cette méthode, 'algorithme FuFeFa, est basée sur la
découverte de régles d’association prédictives. Enfin, lors de I’étape d’agré-
gation des classifieurs de base d’un bagging, nous proposons d’optimiser le
vote & la majorité en le pondérant. Pour ce faire nous avons mis en place
une nouvelle mesure quantitative d’évaluation des performances d’un mo-
déle, PRAGMA, qui permet la prise en considération de besoins spécifiques
de l'utilisateur vis-a-vis des taux de rappel et de précision de chaque classe.
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Chapitre 1

Introduction

1.1 Contexte industriel

Les travaux que nous présentons dans cette thése ont été réalisés dans le
cadre d’'une Convention Industrielle de Formation par la Recherche (CIFRE)®.
Les conventions CIFRE associent une entreprise, un laboratoire et un docto-
rant dans le cadre d’un projet de recherche industriel. La présente thése a été
réalisée au sein du laboratoire ERIC (Equipe de Recherche en Ingénierie des
Connaissances) de I'université Lumiére Lyon 2, et de la société Fenics, PME
lyonnaise créée en 2003. Fenics est une société d’édition de logiciels dédiés a
I’aide au diagnostic du cancer du sein.

Selon I'Institut National du Cancer (INCA)?, le cancer du sein est le can-
cer féminin le plus fréquent. Le moyen le plus efficace pour détecter un cancer
du sein le plus tot possible est I’examen mammographique. Le défi actuel est
de proposer des systémes d’aide au diagnostic (Computer Aided Diagnosis,
CAD) performants capables d’assister les radiologues afin de rendre leurs
diagnostics plus rapides et plus sirs. Pour répondre a ce défi la société pro-

!Nous remercions ’ANRT et le Ministére de la Recherche et de I’Industrie pour leur
participation au financement de ces travaux
http ://www.e-cancer.fr/

17



18 CHAPITRE 1. INTRODUCTION

pose le logiciel Smart Look qui permet de détecter les zones cancéreuses sur
les mammographies, le systéme argumentant son choix aupres du radiologue
en proposant également une caractérisation des anomalies. Ainsi les radio-
logues sont assistés durant leurs lectures, en attirant leur attention vers des
anomalies difficiles a détecter dans le but de réduire le nombre de cancers non
détectés. Pour ce faire deux domaines technologiques sont utilisés : 'image-
rie, et plus précisément la segmentation d’images, et le data mining. Le flux
général du processus est présenté en figure 1.1.

Il existe deux grands types de tumeurs de cancers du sein : les masses et
les foyers de microcalcifications, chacun faisant ’objet d’un flux de traitement
distinct. Les masses, regroupant opacités, densités et ruptures d’architecture,
apparaissent globalement sous formes de taches blanches de diamétre allant
de moins d'un centimétre & un décimétre. Celles-ci sont a distinguer des
"images construites", visuellement trés proches d’une masse, mais diies a la
superposition de tissus lors de la prise de la radiographie, ou encore d’ar-
tefacts créés lors de la segmentation. Les foyers de microcalcifications sont
des regroupements de petites calcifications apparaissant sous forme de points
blancs de moins d’un millimétre. Tous les foyers (ou clusters) de microcal-
cifications ne sont pas cancéreux. Ils peuvent naitre naturellement dans les
tissus mammaires. Il faut donc distinguer la forme bénigne de la forme ma-
ligne des foyers, mais aussi les séparer d’éventuelles poussiéres ou artefacts.
Différents exemples de visuels sont donnés en figure 1.2.

C’est dans le cadre de la mise au point des modéles de prédiction pour
le logiciel Smart Look (voir figure 1.3) que se sont inscrits nos travaux. Pour
réaliser cette application, des outils internes ont été développés au sein de la
société Fenics, comme notamment une plate-forme de data mining (princi-
palement dédiée a I'apprentissage supervisé) appelée Learnlt. Tous les tests
présentés dans le présent mémoire ont été effectués a ’aide de cette plate-
forme.
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Flux de mise au point Flux d'application
Corpus
global Nouveau cas

Extraction des
propriétés

Extraction des
propriétés

Données
d'apprentissage

Création du modéle

Modéle de
prédiction

Vecteur Individu

Décision

F1G. 1.1 — Flux général de mise au point et d’application du systéme de
détection des cancers du sein.



20 CHAPITRE 1. INTRODUCTION

F1G. 1.2 — Exemples de visuels a classifier, de gauche a droite : (A) Masses :
Ruptures d’architecture (cancer), Opacité (cancer) et Image construite (non
cancer) - (B) Foyers de microcalcifications : 3 différents cancers, Macrocalci-
fications (non cancer) et Poussiéres (non cancer)

Fia. 1.3 — Affichage du logiciel Smart Look : on observe une masse détourée
en trait continu, celle-ci est microcalcifiée, ce qui explique la détection d’un
foyer malin de microcalcifications (trait pointillé et centre d’intérét en X)
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1.2 Problématique et positionnement

On retrouve a travers cet objectif applicatif de mise au point de détection
de zones cancéreuses, différents problémes théoriques du domaine du data
ming (voir 2.1) et plus précisemment de Papprentissage supervisé (voir 2.3.2) :

Vis-a-vis de la notion de donnée complexe, pour laquelle nous reviendrons

en 2.2, on peut identifier différents points-clé, dont :

— La dimensionnalité : Le fait que les individus présentent un trés grand
nombre de descripteurs peut perturber I’apprentissage. C’est le cas par
exemple dans notre application industrielle ou les données a traiter
sont des zones extraites d’images, sur lesquelles des milliers de proprié-
tés mathématiques sont calculées, engendrant ainsi des jeux de grande
dimensionnalité.

— La subjectivité : L’analyse des données complexes est sujette a des in-
terprétations qui reléve de la subjectivité. Cela crée une étendue séman-
tique sur le concept et rend de ce fait la modélisation plus difficile. Par
exemple, lorsqu’on cherche a détecter toutes zones susceptibles d’étre
cancéreuses, la labélisation des données d’apprentissage se fait avec le
concours d’experts sénologues, il reste une part de subjectivité, les avis
des différents experts pouvant diverger. De plus le détourage des zones
a étudier est automatique, et ne correspond parfois que grossiérement
aux contours "idéaux" décrits par ’expert.

Vis-a-vis du déséquilibre des jeux de données, sujet que nous détaillerons

par la suite, on retrouve deux éléments principaux :

— Non équi-répartition des classes : Un jeu de données déséquilibrées est
un jeu ou les effectifs des différentes classes sont tres différents. Cela
peut perturber 'apprentissage car la plupart des métriques usuelles du
processus sont baties sur une hypothése d’équirépartition, comme les
mesures d’entropie ou les critéres de décision. Dans notre contexte in-
dustriel les jeux de données sont constitués entre autres a partir de
campagnes de dépistage du cancer du sein, ou les cas cancéreux ne
représentent que 0,03% ou 0,04% de la totalité des examens réalisés.
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Sur chaque cliché mammographique plusieurs centaines de zones sont
extraites, pour la plupart du temps ne trouver qu’une seule localisation
cancéreuse si celle-ci existe. Ces éléments rendent la modalité "cancer"
de nos jeux d’apprentissage trés minoritaire malgré les étapes de sé-
lection d’examens. Il nous faudra pour cela opter pour des stratégies
d’apprentissage adaptées aux jeux de données déséquilibrées.

— Non équivalence des conséquences des décisions : L’utilisation d’un
modele issu d’un apprentissage supervisé permet d’obtenir des prédic-
tions. Celles-ci engendrent différentes actions aux conséquences plus
ou moins importantes et cotiteuses. Chaque prédiction, et plus précisé-
ment chaque type d’erreurs de prédiction, est en cela rattachable a un
cotit. Si ce dernier différe fortement selon le type d’erreur, il est impor-
tant d’en tenir compte directement dans la construction du modéle de
prédiction. Dans notre exemple applicatif, il est bien plus grave de ne
pas détecter un cancer chez une patiente, que de présenter au radio-
logue une zone bénigne qui engendra au pire un complément d’examen.

Le probléme de complexité, et plus particuliérement la haute dimension-
nalité, comme le déséquilibre impactent fortement les algorithmes d’appren-
tissage. Notre objectif est de proposer des stratégies capables de contenir ces
deux difficultés pour améliorer les performances. Ce travail se positionne donc
dans le cadre de ’apprentissage supervisé et nous allons, dans ce contexte,
examiner les travaux existants et tenter d’apporter des réponses adaptées
tant sur le plan théorique que pratique.

1.3 Organisation du mémoire

Aprés avoir présenter le contexte industriel de cette thése et présenter
notre problématique, la suite de ce mémoire s’organise en deux parties : une
premiére, composée des chapitres 2 a 4, a pour vocation d’appronfondir notre
problématique et notre positionnement a travers un état de 'art du domaine ;
la deuxiéme, les chapitres 5,6 et 7 présentera nos contributions, avant une
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conclusion. Le Chapitre 9 est une annexe donnant les descriptions des jeux
de données publics utilisés.

PARTIE 1, Etat de I’art.

— Le Chapitre 2 présente différents éléments fondamentaur du domaine
du datamining et pose les notations que nous utiliserons en apprentis-
sage supervisé.

— Le Chapitre 3 est dédié aux méthodes d’apprentissage de classes, illus-
trées par la présentation de quatres d’entre elles parmi les plus utilisées,
ainsi que les possibilités d’aggrégation de classifieurs.

— Enfin le Chapitre 4 aborde la derniére étape du processus d’appren-
tissage supervisé, a savoir [’évaluation des modeles, et son lien avec la
notion de symétrie.

PARTIE 2, Contributions.

— Le Chapitre 5 est relatif aux techniques d’échantillonnage, et présente
les deux nouvelles méthodes que nous proposons : FUNSS et LARSS.
Celles-ci tentent de contrer les difficultés du déséquilibre sans modifier
les rapports d’effectifs entre les différentes classes tout en intégrant les
besoins spécifiques de I'utilisateur.

— Le Chapitre 6 se rapporte a [’espace de représentation et la construc-
tion de variables. Nous y proposons la méthodes FuFeFa, basée sur la
découverte de régles d’association prédictives et spécifique aux jeux de
données déséquilibrées.

— Nous terminons par le Chapitre 7, présentant notre mesure de perfor-
mance PRAGMA. Cette derniére, dont la spécificité est la prise en
considération intuitive des besoins de I'utilisateur vis-a-vis des taux de
rappel et précision sur chaque classe, permet la mise en place d’opti-
misations.
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Chapitre 2

Eléments fondamentaux

2.1 Fouille de données

La fouille de données ou data mining est ’art d’extraire des connaissances
a partir de données. Ces derniéres peuvent étre stockées dans des entrepots,
des bases de données distribuées ou sur Internet. Le data mining ne se limite
pas au traitement de données structurées, il offre également des moyens pour
aborder des corpus en langue naturelle, on parle alors de tezt mining, des
images, des sons ou de la video, on parle alors généralement de multimedia
mining. L'Extraction de connaissances a partir de données (ou ECD) est
le processus général qui utilise la fouille de données. L’ECD peut étre vu
comme une ingénieurie pour extraire de la connaissance utile & partir de
grandes bases de données.

L’ECD est un processus itératif qui met en oeuvre un ensemble de tech-
niques provenant des bases de données, de la statistique, de l'intelligence
artificielle, ou encore des interfaces homme-machine [ZR02] (voir figure 2.1).
L’ECD vise a transformer des données en connaissances pouvant s’expri-
mer sous la forme d’un concept général qui enrichit le champ sémantique de
I'usager par rapport & une question qui le préoccupe. Les réponses appor-
tées peuvent s’exprimer par un rapport, un graphique, ou encore un modéle
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F1G. 2.1 — Technologies et modéle général I’ECD [ZR02].

mathématique ou logique pour la prise de décision. Ces modéles explicites
peuvent également alimenter des systémes a base de connaissances ou des
systemes expert.

D’autres définitions du data mining ou plus généralement de 'ECD existe,
mais ces derniéres sont souvent plus restrictives. On peut par exemple citer
celle donnée en 1996 par Fayyad [FPSS96| : "l’extraction de connaissances a
partir de données est un processus non trivial d’identification de structures
inconnues, valides et potentiellement exploitables dans les bases de données”.

Le processus général de ’'ECD est anthropocentré, les connaissances ex-
traites doivent étre les plus intelligibles possibles a I'utilisateur. Elles doivent
étre validées, mises en forme et agencées. Le cycle de ce processus est donné
par la figure 2.2. On y retrouve une analyse des données en quatre étapes
principales successives :

1. L’étape d’acquisition des données : on y réalise la collecte initiale des
données, en produit une description, étudie éventuellement quelques
hypothéses a I’aide de visualisations et vérifie le niveau de qualité des
données en vue d’éventuelles sélections ou nettoyage des données.
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2. L’étape de préparation des données

: elle consiste en la construction
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d’une table de données pour permettre la fouille en elle-méme. Cette

mise en forme nécessite entre autres des transformations et la construc-

tion d’attribut.

3. L’étape de fouille de données : 1l s’agit ici du data mining au sens strict.

On y retrouve selon les cas, la description, la structuration des données

ou encore la construction de modéles explicatifs.

4. L’étape de gestion des connaissance :

cette étape permet I’évaluation

des résultats obtenus et leur mise en forme pour produire des connais-

sances intelligibles pour I'utilisateur final.

Niveau opérationnel
et décisionnel

Niveau Analyse : Extraction et Gestion des Connaissances

Données

Acquisition

Textes

Sélection,
Nettoyage,
Intégration

Base de Connaissances

N
| oo
S

-

= Evaluation,
Simplification,
Mise en forme,

Préparation
Données

Transformations,
Mise en forme,

===~ | Construction atfributs ===+

Description,
Structuration,
Explication

Fouille de
Données

F1G. 2.2 — Processus général d’'ECD [ZR02].
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2.2 Fouille de Données Complexes : particula-
rités

La place des données complexes (image, vidéo, texte non structuré ou
combinaison de ces médias) n’a cessé de croitre, pour étre aujourd’hui le
principal véhicule d’information. La problématique d’une diffusion massive
et de qualité est quasi-réglée grace aux technologies de ’entreposage massif
des données et aux réseaux a haut débit. Nous disposons de volumineuses
bases de données complexes dont la croissance est exponentielle mais dont la
valorisation reste encore trés faible.

Le défi qu’il faut relever est de tirer profit, dans tous les sens du terme,
de ces données : recherche d’information, extraction de connaissances, créa-
tion de valeurs économiques etc. La Fouille de données complexe tente de
répondre & ce besoin de valorisation. Elle propose, pour cela, de définir un
cadre méthodologique et des outils pour structurer les données complexes,
les analyser en vue d’extraire des connaissances ou des informations non ac-
cessibles par des moyens classiques. Les particularités des données complexes
peuvent étre résumées comme suit :

— Volumineuses : Plusieurs téraoctets. Par exemple le Dossier Médical
Personnalisé (DMP) peut atteindre plusieurs dizaines de giga-octets
par patient.

— Distribuées : Le DMP par exemple, peut étre stocké dans différentes
bases de données distribuées selon les services médicaux ou le patient
a séjourné.

— Hétérogénes : Les données peuvent étre de différentes natures. Dans
le cas du DMP par exemple, on aura des images radiologiques, des
comptes-rendus textuels, des tableaux de chiffres de mesures biolo-
giques, des courbes d’électrocardiogramme, des enregistrements vidéo
d’échographie, etc.

— Evolutives : Différents enregistrements avec des contenus différents. Par
exemple, le DMP contient divers examens réalisés a des instants diffé-
rents et qui ne portent pas nécessairement sur les mémes tests médi-
caux.
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— Non structurées : Elles ne sont généralement pas modélisées dans le
cadre d’un schéma de base de données relationnelles mais stockées qua-
siment en vrac et dans le meilleur des cas dans des formats ad hoc
comme le format MPGET pour les données multimédia ou le format
DICOM pour le DMP.

Nous sommes alors confrontés a deux défis

Défis scientifiques dans la FDC Les défis scientifiques que soulévent ces
particularités des données complexes sont multiples. Parmi ceux que
I’on peut assez facilement identifier, on peut lister :

— La grande dimensionnalité. Les attributs issus des images, des textes
et des autres modalités peuvent atteindre plusieurs centaines, voire
des milliers de variables. Comment évaluer la pertinence de cet es-
pace de description par rapport aux taches que l'on souhaite effec-
tuer comme ’apprentissage supervisé ou la classification ? comment
réduire I'espace si tant est que cela soit possible et/ou souhaitable ?

— Absence de structure mathématique. Généralement les codages ef-
fectués sur les données complexes sont faits de sorte que les tableaux
qui en résultent sont assimilés a des points plongés dans des espaces
multidimensionnels et, dans le meilleur des cas, dans des espaces
vectoriels. Dans ce cadre, I'outillage mathématique, issu notamment
de 1'algebre linéaire et de la programmation mathématique, permet
de traiter ces données. Or ce codage n’est pas toujours possible no-
tamment en présence de données hétérogénes qualitatives (état ci-
vil, localisation géographique etc.) et quantitatives ou de données
non structurées comme des graphes orientés ou de données symbo-
liques (courbes, intervalles, distribution etc.). Comment alors analy-
ser ces ensembles de données 7 Quel codage faut-il adopter 7 comment
construire des indices de proximités qui sont des outils indispensables
pour les taches d’apprentissage notamment non supervisé 7 Quelles
propriétés mathématiques résultent de ces choix pour savoir si oui
ou non des algorithmes classiques de fouille peuvent étre utilisés ?

— Différence de niveau sémantique. Les données qui se rapportent a un
objet complexe ne se situent pas toujours toutes sur le méme niveau
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d’abstraction. Ce phénoméne bien connu dans le domaine de la repré-
sentation des connaissances et notamment dans les ontologies prend
une nouvelle dimension encore plus difficile & maitriser en fouille de
données. Par exemple, un compte-rendu médical écrit par un méde-
cin sur un patient peut étre le résultat d’une interprétation de clichés
et d’examens biologiques. Par conséquent, le niveau sémantique du
texte est différent de celui des images. Dans ce cas, les attributs issus
des comptes-rendus textuels auront du mal a étre alignés sur ceux
issus des images radiologiques ou des examens biologiques. Comment
alors intégrer ces niveaux sémantiques pour ensuite pouvoir décrire
des patients ou les comparer ? Le texte devrait-il étre vu comme un
subsumant des images et des données biologiques? Difficile d’y ré-
pondre promptement.

Fusion des données et intégration des connaissances du domaine. Sou-
vent, dans nos processus d’interprétation des situations qui nous en-
tourent, comme étre humains, nous pouvons mieux inférer grace a
une contextualisation des données que nous recevons par rapport a
d’autres qui leurs sont liées indirectement. Par exemple, un grand
opérateur de téléphonie dont les entrepots de données sont extré-
mement volumineux cherchera a contextualiser ses clients par rap-
port aux caractéristiques de leur quartier d’habitation, par rapport
aux spécificités des moments d’appel (fin de semaine, jour ou nuit,
période de vacances etc.). La base clients peut ainsi étre enrichie
par des informations indirectes qui fournissent un contexte suscep-
tible d’améliorer 'interprétation. On peut également y introduire des
connaissances formelles, par exemple, pour le diagnostic médical, cer-
taines hypothéses peuvent étre renforcées grace aux connaissances
médicales disponibles. Ainsi, compte tenu d’un certain profil, on doit
pouvoir adjoindre d’autres informations dans le dossier patient. Ce
procédé est particulierement développé dans la fouille de données tex-
tuelles et est généralement destiné a améliorer la désambigiiisation
et fait souvent appel a des ontologies de domaine.

Rareté de certains phénoménes. En effet, certains phénomeénes peuvent
étre rares et donc noyés dans la masse des données. Par exemple,



2.2. FOUILLE DE DONNEES COMPLEXES : PARTICULARITES 31

dans les transactions bancaires, celles qui sont frauduleuses sont as-
sez rares. Dans un processus de fouille, ces phénomeénes peuvent étre
difficile a déceler et dans ce cas, il faut les traiter de maniére plus
spécifiques.

Défis Technologiques Ils sont étroitement liés aux défis scientifiques et
ils sont parfois des conséquences des difficultés scientifiques. Parmi les
défis technologiques identifiés, on peut citer :

— Le passage a I’échelle ("scalabilité"). Nous pouvons en effet disposer
de solution formelle et méme opérationnelle sans pour autant étre
en mesure de l'utiliser sur des corpus réels de fouille, soit pour des
raisons de temps de calcul soit pour des raisons d’espace mémoire.
Par exemple, et pour rester dans le cas DMP, une classification d’une
population de patients s’avére quasi impossible de facon directe en
prenant en compte la totalité des informations. Outre le probléme de
I’alignement des attributs, le mélange du type de données, la dimen-
sion élevée de l'espace de représentation, le grand nombre d’observa-
tions etc. rendent cette opération quasi-impossible de facon directe.
On peut alors s’interroger sur : Comment revenir sur les aspects
méthodologiques pour développer des algorithmes appropriés incré-
mentaux par exemple? Ou comment mieux exploiter les ressources
physiques des machines ? Le GRID computing est I'une des réponses
possibles, est-elle la réponse sur des applications réelles 7 Une autre
approche serait : Comment travailler sur des vues partielles des ob-
jets 7 La fouille de données multi-tables tente d’y répondre.

— Un processus de fouille de données destiné a produire des connais-
sances a partir de données en perpétuelle évolution. Le processus
de fouille devrait alors étre continu pour identifier & temps les éven-
tuelles modifications majeures au niveau des connaissances qui pour-
raient survenir sur un phénoméne modélisé. Comment alors assurer le
couplage fort entre inférence sur des cas et amélioration incrémentale
des connaissances qui sous-tendent cette inférence.

Bien que le cadre général des travaux que nous réalisons au sein de la
société Fenics couvrent une large partie des problémes évoqués, dans le cadre
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de cette thése nous nous sommes attelés a traiter deux question de maniére
plus spécifiques, a savoir la haute dimensionnalité des données d'une part et
la rareté des phénoménes d’autres part. Ces deux problémes impactent en
effet de maniére direct les algorithmes d’apprentissage.

2.3 Apprentissage

2.3.1 Notations et Définitions

Soit €2 une population d’individus ou d’objets concernés par le probléme
d’apprentissage. Cette population est généralement de taille infinie. On no-
tera par w un individu de €2 et en cas de besoin, on utilisera un indice pour
différencier deux individus, w; et w; par exemple. A chaque individu de cette
population sont associées deux catégories de variables ou d’attributs :

Attributs Exogénes Il s’agit de I’ensemble des variables descriptives des
individus. Dans le contexte de ’apprentissage supervisé, on les appel-

lera également variables explicatives et elles seront notées Xi,..., X,,.
Ainsi :
— toute variable exogéne X, pour tout j = 1,...,p, peut étre vue

comme une application qui a tout individu w € 2 associe une valeur
X;(w) prise dans un domaine de valeurs noté D; :

X;:Q+— D
Vw e Q— X(w) € D;

— De maniére analogue, ’ensemble des variables X = (Xj,..., X,) peut
étre vu comme une application qui & tout individu w € €2 associe
une valeur X(w) = (Xj(w),...,X,(w)) prise dans un espace a p
dimensions D = Dy x Dy X ..., XD, :

X:Q—D

Vw e Q+— X(w) € D
Selon les propriétés mathématiques des domaines D; on parlera de
variable quantitative ou qualitative. Par exemple, si chaque D; peut
étre assimilé a la droite des réels R, alors D est espace vectoriel a p
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dimensions.

En toute généralité, les variables exogénes peuvent étre quantitatives
ou qualitatives, par conséquent, aucune structure mathématique parti-
culiére n’est imposée a D.

Attributs Endogeénes 1l s’agit des variables a prédire. Contrairement aux
variables exogénes, cette catégorie de variables, qui va jouer un role
spécifique, n’est identifiée que dans le contexte de ’apprentissage su-
pervisé. On notera Y7, ...,Y,, ces variables endogénes. Pour distinguer
les domaines de valeurs des X; de ceux des Y}, on notera pour cette
derniére catégorie Fj. Dans la plus part des méthodes d’apprentissage
supervisé, on ne dispose que d'une variable endogéne notée simple-
ment Y et son domaine de valeur est noté E. Si E peut étre assimilé
a l'ensemble des réels, on parlera de variable endogéne continue et on
considére alors que le probléme d’apprentissage reléve des méthodes
de régression. Dans le cas ou E est un ensemble discret et de cardinal
relativement faible, 2 ou 3, on parlera d’un probléme de classement et
les valeurs de = {ey, ..., e} sont appelées des étiquettes ou des classes.

Pour simplifier notre exposé, sans pour autant nuire a sa généralité, sup-
posons que nous sommes dans le cas courant d’une variable endogéne Y a
prédire. C’est en tout cas, le cadre dans lequel se place cette thése. Supposons
également que nous sommes dans un cadre de classement, c’est-a-dire, dans
le cas ou la varibale endogéne prend ses valeurs dans un ensemble d’étiquettes
restreint.

Par exemple, si la population 2 est celle des femmes on désignera par
Y le résultat de I'examen mammographique qui peut prendre deux valeurs
par exemple : e;=Présence d’un Cancer ou es=Absence d'un cancer. Dans la
réalité, I’observation de Y (w) n’est pas toujours facile et ceci pour des raisons
diverses. Par exemple, le cancer est présent mais ne s’est pas manifesté de
maniére flagrante. Ou bien, malgré un examen mammographique, le cancer
reste indécelable a I'oeil nu ou encore, comme cela arrive fréquemment, pour
des raisons de fatigue ou d’inattention le radiologue ne le voit pas. C’est
la raison pour laquelle nous cherchons un moyen ¢ capable de déceler la
classe (cancer ou non) Y de maniére plus systématique et plus fiable. La
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détermination du modéle de prédiction ¢ est liée a I’hypothése selon laquelle
les valeurs prises par la variable statistique Y ne relévent pas du hasard, mais
de certaines situations particuliéres que 1'on peut caractériser a partir des
variables exogénes. Par exemple, on peut s’attendre a ce que des individus
ayant des valeurs identiques sur les variables exogénes devraient avoir des
valeurs identiques sur la variable endogéne. Méme si cette attente peut étre
contredite & cause du bruit ou du manque d’information, elle devrait étre
vraie dans la plus part des cas.

2.3.2 Apprentissage supervisé

Du fait que la variable endogéne est difficile d’accés, 1'objectif de 'ap-
prentissage supervisé vise a mettre au point la fonction de prédiction ¢ qui
se substitue a Y et qui se calcul a partir de I’espace de représentation. La
figure 2.3 résume cet objectif.

CPopulation

Espace des Individus Espace de description

Predicteur se substitue a
La variable endogéne

Espace des Etiquettes

FiG. 2.3 — Objectif du processus d’apprentissage
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Pour cela, il est nécessaire de de prélever dans la population €2 un échan-
tillon €2, dit d’apprentissage pour lequel nous supposons connus pour tous ses
individus les valeurs des variables exogénes et endogéne : Vw € Q,, (X (w)), Y (w))
sont connus. L’apprentissage va consister a identifier, au moyen d’un algo-
rithme d’apprentissage donné, le modéle de prédiction . Il existe une large
variété d’algorithmes d’apprentissage susceptibles d’exhiber ¢. Nous en pré-
sentons quelques algorithmes dans la section 3. La figure 2.4 résume cette
phase d’apprentissage.

CPopulation
€2, Echantillon & apprentissage

J

Espace des Individus Espace de description

Déetermine a partir de donnees :
(X(Q,).Y (€0,

Espace des Etiquettes

F1G. 2.4 — Phase d’apprentissage

A T’issue de 'apprentissage, il convient d’évaluer le modéle sur un nouvel
échantillon 2, C €2 dit de test, pour lequel nous connaissons également pour
chacun de ses individus w la valeur du couple (X (w),Y (w)). Le modéle sera
d’autant meilleure que ) . (9(X(w)) # Y (w)) est proche de zéro sur un
échantillon suffisamment grand. Il y a d’autres procédés plus sophistiqués
pour évaluer la qualité des modéles, nous y reviendrons plus loin. Le schéma
2.5 résume le principe de la validation.
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CPopulation
X(Q)ch
X=(X,... %) { §
£, Echantillon test ;
Espace des Individus Espace de description

Validation sur :(x@,).r@)

Espace des Etiquettes
FiG. 2.5 — Validation sur échantillon test

Enfin, une fois le modéle de prédiction explicité et jugé acceptable par
I'utilisateur au regard de I’application visé, il est alors mis en service dans une
application et servira a estimer la variable endogéne par la seul observation
des valeurs des variables exogénes comme indiqué dans le schéma 2.6.

2.4 Conclusion

La présentation que nous venons de donner sur I’apprentissage dans un
cadre limité & une variable endogéne discréte peut parfaitement étre étendu
a une variable endogéne quantitative. Dans ce cas, on parlera de régression et
la validation du modéle consiste & minimiser ’erreur quadratique moyenne :

Y (P(X ()~ Y (W)

Si le nombre de variables dépasse 1, on pourra toujours imaginer une formule
de calcul d’écart entre le vecteur prédit et le vecteur calculé et cet écart devra
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CPopulation

Espace des Individus - g Espace de description

Généralisation

Espace des Etiquettes

F1G. 2.6 — Principe de la généralisation

étre minimum. Dans la suite de la thése, nous ne nous intéresserons qu’au
cas d’une variable endogéne a nombre de classe restreint.
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Chapitre 3

Méthodes d’apprentissage de
classes

3.1 Introduction

Il existe différentes approches dans le domaine de 'apprentissage super-
visé pour répondre au probléme de la construction d’'un modéle de prédic-
tion. La détermination des différentes classes de méthodes va essentiellement
dépendre de la nature et des propriétés mathématiques des espaces de pré-
diction ou sont définies la ou les variables endogénes. La table 3.1 montre
cette répartition.

D’autres familles de méthodes ne figurent pas dans cette table car elles
reposent non pas sur les propriétés de I'espace de prédiction mais sur les
relations entre les individus. Ils s’agit des approches "a base d’instances".
Elles s’appuient sur la construction d’une structure de voisinage a partir d’une
matrice de similarité entre chaque individu. La prédiction affectée a un nouvel
individu se fait par analyse de son voisinage, et est utilisé principalement
pour des problémes de classification méme si des extensions peuvent étre
imaginées pour des problémes de type régression. Les différentes méthodes
se distinguent principalement par la définition du voisinage utilisé (voir figure

39
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Espace de prédiction
R variable RP espace
qualitative quelconque
Régression Classification | Analyse canonique | nécessite
une
Ex : Ex : Ex: structuration
régression simple SVM, arbre de | analyse canonique pour se
(méthode des moindres | classification, généralisée, ramener
carrés), régression analyse Analyse en a I'un des
polynomiale, discriminante, composante précédents
arbre de régression, régression principale de cas.
régression PLS, logistique, variables
forét aléatoire, | instrumentales
(ACPVI),...

TaAB. 3.1 — Répartition de différentes classes de méthodes de construction de
modeéles de prédiction en fonction des espaces de prédiction

3.1).

Citons par exemple :

— les K — PPV (k-plus proches voisins) ot le voisinage est défini par un
nombre de voisins les plus proches a prendre en considération.

— les e-voisins ou chaque voisin a considérer se trouve dans une hyper-
sphére de rayon e autour de I'individu que ’on cherche a prédire.

— les fenétres de Parzen ou le voisinage considéré est une forme lissée
autour de l'individu & prédire fonction de la densité locale.

Comme annoncé dans les chapitres précédents, notre recherche a pour
cadre le cas de la classification, nous allons en détailler quelques méthodes
phares. On peut trouver dans [HTF01, Sap90, Ten07| un exposé plus dé-
taillé de ces différentes méthodes. Nous nous contenterons ici de rappeller les
principes généraux.
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e-Voisins Fenétre de Parzen

FiGc. 3.1 — Illustration des voisinages utilisés pour différentes approches a
base d’instance

3.2 Analyse discriminante

L’analyse discriminante est I'une des plus anciennes techniques de discri-
mination. Elle a été proposée par Fischer en 1936 |Fis36]. Cette technique est
restée trés populaire. Le probléme pratique traité par Fischer pour illustrer
cette méthode concerne la discrimination de trois classes de la famille des iris
(versicolor, setosa et verginica). Pour cela, il a pris un échantillon de 150 iris
répartis sur les trois classes et, pour chaque fleur, il a mesure la longueur et
la largeur des pétales et des sepales. Le fichier des ces données se trouve dans
la plupart des ouvrages consacrés a cette méthode et sur les sites web des
communautés d’apprentissage automatique comme celui de 1’Universite de
Californie a Irvine [HB99| ou celui de la communauté de data mining comme
Kdnuggets .

Le principe de ’analyse discriminante est relativement simple. Considé-
rons p variables exogénes toutes quantitatives (Xy, Xo, ..., X,), p = 4 dans le
cas des iris de Fischer, et une variable endogéne Y qualitative qui prend ses
valeurs dans un ensemble F = ey, e,,...,¢;, avec t = 3 dans le cas des iris.
Supposons que ces variables ont été centrées, c’est-a-dire que Yj =0Vj.

Le probléme que resout ’analyse discriminante consiste a construire une

thttp ://www.kdnuggets.com/
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variable Z, combinaison linéaire de (Xi, X, ..., X,), telle que :

— Pour tout individu w; de la classe e, on ait Z(w;) "peu différent" de 7.
Vk ou Z,, désigne la moyenne de Z dans la classe ey.
Nous pouvons traduire cela en exigeant que la dispersion de Z soit
minimale dans chaque classe. Nous cherchons donc a minimiser la va-
riance de Z a l'intérieur de chaque classe, ce qui donne globalement,
pour toutes les classes, le critére de la variance intra classe a minimiser,
dont 1’expression est :

1

W(Q) Z CGTd(Qk>Vk(Z)

k=1

‘/intra -

ou card(§)) représente Veffectif de la classe ey, et Vi (Z) désigne la va-
riance de Z dans la classe ey.

— Pour tout individu w, n’appartenant pas a la classe e; on ait Z(w;) #
Z(w,). Cela représente le contraste entre les classes. Pour que ce contraste
entre classes soit le plus fort possible, on cherchera & déterminer Z telle
que les moyennes Z;, Vk soient les plus dispersées possibles. Cela revient
a maximiser la variance interclasses dont I’expression est :

t
1 _ _

e = ————— ) (Zy — Z)?
V;nter CCL’/’d(Q) ; CCZT’d( k)( k )

Nous sommes ainsi en face d’un probléme d’optimisation que ’on formule
ainsi :

Trouver Z, une combinaison linéaire des variables exogénes (X1, Xo, ..., X,),
qui minimise la variance intra classes et qui maximise la variance inter classes.
Ce probléme se resout facilement car cela revient a chercher des valeurs
propres et des vecteurs propres associés a une matrice de variances.

Dans le cas ot nous chercherions a discriminer entre ¢ classes, on dé-
montre aisément que 'on peut trouver au plus (¢ — 1) droites. Ces droites
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s’appellent axes factoriels discriminants. On peut donc les utiliser par paire
pour visualiser les classes. Un nouvel individu a classer est affecté a la classe
dont le centre de gravité est le plus proche. On peut définir géometriquement
des surfaces de décision par l'intersection des médiatrices sur les droites qui
relient les centres de gravité des classes comme illustré en figure 3.2 sur le
jeu de données des iris de Fisher. Dans cet exemple, deux solutions Z; et Z,
sont trouvées. En notant respectivement les 4 variables exogénes centrées :
largeur du pétale, longueur du pétale, largeur du sépale et longueur du sé-
pale, X1, Xo, X3 et Xy, Z; et Zy s’expriment par les combinaisons linéaires
suivantes :

Z1(w) = 0.58X7 4+ 0.94X5 — 0.53X5 — 0.42X,

Zo(w) = —0.57X; + 0.4X5 — 0.73X3 — 0.02X,

La présentation de ’analyse discriminante que nous venons de donner uti-
lise trois hypotheéses qui lui offre d’interessantes propriétés mathématiques.
Ces trois hypothéses sont : toutes les variables sont quantitatives, elles sont
normalement distribuées et les classes sont linéairement séparables. Ces hy-
pothéses sont hélas rarement toutes vérifiées, mais ne sont pas toujours indis-
pensables dans la pratique. Notons que de nouveaux développements ont été
introduits pour élargir le champ d’application a des frontiéres quadratiques
ou & des données catégorielles.

3.3 SVM : Support Vector Machines

Les Support Vector Machines ou SVM sont une famille d’algorithmes
d’apprentissage définis pour la prévision d'une variable endogéne qualitative
initialement binaire, ¢’est-a-dire un probléme de classification a deux classes.
Ils ont été ensuite généralisés pour les problémes a plus de deux classes et
a la prévision d’une variable quantitative. Dans le cas de la discrimination
d’une variable dichotomique, ils sont basés sur la recherche de [’hyperplan de
marge optimale qui, lorsque c’est possible, sépare correctement les données
tout en étant le plus éloigné possible de toutes les observations. Le principe
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FiG. 3.2 — Visualisation de I"analyse discriminante du jeu de données Iris
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est de trouver une fonction de discrimination, ¢(X), dont la capacité de
généralisation est la plus grande possible.

Les débuts des SVM proviennent des travaux de Vapnik en apprentissage
en 1995 [Vap95|. Le principe de base des SVM consiste a ramener le probléme
de classification a celui, linéaire, de la recherche d'un hyperplan optimal.
Deux idées permettent d’atteindre cet objectif :

1. La premiére consiste a définir I’hyperplan comme solution d'un pro-
bléme d’optimisation sous contraintes dont la fonction objectif s’ex-
prime a 'aide de produits scalaires entre vecteurs.

2. Le passage a la recherche de surfaces séparatrices non linéaires est ob-
tenu par I'introduction d’une fonction noyau dans le produit scalaire
induisant implicitement une transformation non linéaire des données
vers un espace intermédiaire.

Les SVM sont largement utilisés dans de nombreux types d’application. L’in-
troduction de noyaux, pouvant étre spécifiquement adaptés a une probléma-
tique donnée, lui confére une grande flexibilité pour s’adapter a des situations
trés diverses (reconnaissance de formes, de caractéres, détection de spams,
diagnostics...).

Considérons une variable endogéne unique et quantitative Y, par soucis de
simplicité nous la considérerons dans un premier temps binaire a valeurs dans
—1; 1. Soit X = (X7, Xo, ..., X,) les variables exogénes et w; € €2, un individu
de notre échantillon d’apprentissage €),. Nous cherchons & déterminer une
fonction ¢(X) tel que Y- o (¢(X(w)) # Y(w)) soit minimale.

Dans ce cas (Y (w) € —1;1 Vw), le probléme se pose comme la recherche
d’une frontiére de décision dans I’espace de description. Un compromis doit
étre trouvé entre la complexité de cette frontiére (sa capacité d’ajustement),
et les qualités de généralisation de ce modéle (figure 3.3).

Plutét que de rechercher directement ¢, on va essayer de trouver une
fonction f a valeur dans } dont le signe fournira la prédiction : ¢ = signe(f).
L’erreur s’exprime alors comme le nombre de fois ot le produit Y x f(X) est
négatif. De plus, la valeur absolue de cette quantité |Y x f(X)| fournit une
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Fi1G. 3.3 — Illustration du compromis a trouver entre sous ajustement et sur
ajustement

indication sur la confiance a accorder au résultat du classement, il s’agit de
la marge de f.

Dans le cas linéaire, un hyperplan est défini par un produit scalaire
S.X(w)+b=0ouS est un vecteur orthogonal au plan et b une constante,
d’ou f(w;) = S.X(w;) + b dont le signe fournit le c6té du plan o se trouve
Iindividu. Ainsi un plan sera séparateur si :

Y x f(w;) >0Vi

Dans le cas ot la séparation est possible, parmi tous les hyperplans solutions
pour la séparation des individus, on choisit celui qui se trouve le plus "loin"
possible de tous les exemples, il est alors appelé hyperplan de marge maxi-
male. La figure 3.4 illustre cette notion dans le cas linéaire. Si les individus ne
sont pas séparables ont introduit un terme d’assouplissement des contraintes
¢, un plan sera candidat si Y x f(w;) > (0 —¢€) Vi.

Comme énoncé plus haut, la deuxiéme spécificité des SVM est la recherche
de surfaces séparatrices non linéaires. Celle-ci se fait par I'introduction d’une
fonction noyau, notée k, dans le produit scalaire induisant une transforma-
tion non linéaire des données vers un espace intermédiaire. En théorie, une
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~ Hyperplan candidat

Hyperplan a marge
maximale

F1G. 3.4 — Illustration de '’hyperplan a marge maximal dans un cas linéaire-
ment séparable

fonction k symétrique est un noyau si, pour tous les w;, la matrice de terme
général k(w;,w;) est une matrice définie positive c’est-a-dire quelle définit
une matrice de produit scalaire. Malheureusement, cette condition ne donne
aucune indication sur la construction de la fonction noyau. En pratique, cela
consiste a combiner des noyaux simples pour en obtenir des plus complexes,
associés a la situation rencontrée. Les noyaux les plus fréquemment rencontrés
sont linéaires, polynomiaux ou gaussiens. Beaucoup d’articles sont consacrés
a la construction de noyaux plus ou moins complexes et adaptés a une problé-
matique donnée. La grande flexibilité dans la définition des noyaux confére
beaucoup d’efficacité a cette approche a condition bienstr de construire et
tester le bon noyau.

3.4 Régression logistique

La régression logistique est une technique statistique qui a pour objectif de
produire un modéle permettant de prédire les valeurs prises par une variable
endogene quantitative Y, le plus souvent binaire, a partir de p variables
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exogénes continues et/ou binaires (X, Xo, ..., X,,). La régression logistique
est largement répandue dans de nombreux domaines. On peut citer de facon
non-exhaustive :
— En médecine, elle permet par exemple de trouver les facteurs qui ca-
ractérisent un groupe de sujets malades par rapport a des sujets sains.
— Dans le domaine des assurances, elle permet de cibler une fraction de la
clientéle qui sera sensible & une police d’assurance sur tel ou tel risque
particulier.
— Dans le domaine bancaire, pour détecter les groupes a risque lors de la
souscription d’un crédit.

Le succés de la régression logistique repose notamment sur les nombreux
outils qui permettent d’interpréter de maniére approfondie les résultats ob-
tenus.

Nous nous limiterons pour notre explication au cadre de la régression
logistique binaire, ou la variable Y prend deux modalités possibles 1 ou 0.
Les variables exogénes X = (X, Xs, ..., X;,) sont exclusivement continues ou
binaires. Nous noterons :
— p(1), la probabilité p(Y = 1), c’est-a-dire la probabilité a priori pour
que Y =1, et de la méme maniére p(0), p(Y = 0).

— p(X]1), respectivement p(X|0), la distribution conditionnelle des X
sachant la valeur de Y, respectivement 1 ou 0.

— p(1]X) et p(0]X), les probabilités a posteriori d’obtenir la modalité 1
et 0 de Y, sachant la valeur prise par X.

La régression logistique repose sur I’hypothése fondamentale suivante :

p(X|)
P(X[0)

= Qo —I— a1X1 —|— + CLpo

Une vaste classe de distributions répondent a cette spécification, la distri-
bution multinormale par exemple, mais également d’autres distributions, no-
tamment celles ot les variables exogénes sont booléennes (0/1). Par rapport
a lanalyse discriminante, ce n’est plus les densités conditionnelles p(X|1), et
p(X|0), qui sont modélisées mais le rapport de ces densités. La restriction
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introduite par I’hypothése est moins forte.

La spécification ci-dessus peut étre écrite de maniére différente. On dé-
signe par le terme LOGIT de p(1|X), 'expression suivante :

p(1]X)

In 20
1 —p(1]X)

— bo + lel —|— —|— prp

Il s’agit d'une régression car on veut montrer une relation de dépendance
entre une variable endogéne et une série de variables exogénes. Il s’agit d’une
régression [ogistique car la loi de probabilité est modélisée a partir d’une
loi logistique. En effet, aprés transformation de 1’équation ci-dessus, nous

obtenons :
€b0+b1X1 +..+bpXp

p(1]X) = 1 + ebotbrXi+..+byX,

Le but est désormais d’estimer les coefficients b;, de la fonction LOGIT.
Il est trés rare de disposer pour chaque combinaison possible des X, (j =
1,...,p), de suffisamment d’individus pour disposer d’une estimation fiable
des probabilités p(1|X) et p(0|X). La solution passe alors par exemple par
la méthode de maximisation de la vraisemblance.

La probabilité d’appartenance d’un individu w a une classe peut étre vu
comme une contribution a la vraisemblance. Y suivant une loi de Bernouilli
de paramétre p(Y(w) = 1|X(w)), la vraisemblance L d’un échantillon €,,
s’écrit :

L= T[ o) = X (@)™ x (1 - p(¥ () = 1[X ()"

weN,

Les paramétres b;, (j = 0,...,p), qui maximisent cette quantité sont les
estimateurs du maximum de vraisemblance de la régression logistique.

Dans la pratique, les logiciels utilisent une procédure approchée pour ob-
tenir une solution satisfaisante de la maximisation ci-dessus. Ce qui explique
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d’ailleurs pourquoi ils ne fournissent pas toujours des coefficients strictement
identiques. Les résultats dépendent de ’algorithme utilisé et de la précision
adoptée lors du paramétrage du calcul. Notons 3, le vecteur des parameétres
a estimer. La procédure la plus connue est la méthode Newton-Raphson qui
est une méthode itérative du gradient. Elle s’appuie sur la relation suivante :

0?L )1 oL

i+1 g1 _
g =8 (aﬂaﬁf 95

— [, est la solution courante a I’étape i, 3° = (0, ...,0), est une initiali-
sation possible.

- g—é, est le vecteur des dérivées partielles premiére de la vraisemblance.

- %, est la matrice des dérivées partielles secondes de la vraisemblance.

— les itérations sont interrompues lorsque la différence entre deux vec-

teurs de solutions successifs sont négligeables.

Cette derniére matrice, dite Matrice hessienne, est intéressante car son inverse
représente 'estimation de la matrice de variance co-variance de 3. Elle sera
mise en contribution dans les différents tests d’hypothéses pour évaluer la
significativité des coefficients.

Lors de 'application, pour classer un nouvel individu w, en considérant
la fonction LOGIT, il faut alors s’appuyer sur la régle d’affectation :

Y(Ld) = 1<:>ﬁ0+51 XX1<W)—|—+ﬁp xXp(w) >0

Notons qu’il existe d’autres fonctions que LOGIT utilisées en régression
logistique, notons entre autre :
— probit : il s’agit de la fonction inverse de la fonction de répartition d’une
loi normale, mais son expression n’est pas explicite.
— log-log : In(—In(1 — p(1))) mais notons que celle-ci est dissymétrique.
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3.5 Arbres de décision

La construction d’arbres de décision remonte principalement aux travaux
de Kass (1980) avec I'algorithme CHAID [Kas80|, Breiman et al. (1984) avec
I'algorithme CART [BFOS84|, et Quinlan avec les algorithmes ID3 (1986)
[Qui86| et C4.5 (1993) [Qui93|. La figure 3.5 présente un exemple d’arbre
de décision construit a partir de I’algorithme C4.5 sur le jeu de données Iris
[HB99].

50 1 50 | 50

Longueur pétale

Iris setosa

ris virginica
501 0} 0 0 150 } 50
A, M ., BN . )
Feuille: setosa Largeur pélale Iris versicolor
<1.75 >=1.75
0] 5 |49 0145} 1
Longueur petale Feuille: virginica
{4w.95
0] 1 |47 0f4}2
Feuﬂ.fé; - fe-réa'cu.lbr Fsu:'.f.l'é.‘ -v-ir-gr'm'ca

Fic. 3.5 — Exemple d’arbre de décision construit avec C4.5 sur le jeu de
données Iris [HB99] a trois classes.

Schématiquement, il s’agit de déterminer un partitionnement des indi-
vidus de la base d’apprentissage de telle sorte que les partitions obtenues
permettent de classer le plus correctement possible un nouvel individu. Ainsi
on essaie généralement de construire des partitions les plus homogenes pos-
sibles. Le partitionnement est représenté par un arbre de décision, a savoir
un graphe sans cycle et connexe, ol chaque noeud correspond & une question
sur la valeur prise par une variable exogéne. Chaque branche de I'arbre se
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termine par une feuille & laquelle on affecte une des modalités de la variable
endogéne.

Partant d’un ensemble d’apprentissage €2,0, d’'un arbre vide et en initia-
lisant le noeud courant a la racine de 1’arbre, les algorithmes d’apprentissage
d’arbres de décision reposent sur trois étapes principales :

1. Le noeud courant est-il terminal selon un critére d’arrét ?
2. Si oui, lui affecter une classe.

3. Si non, sélectionner une variable exogéne et partitionner €,y en sous
ensembles €2y, 241, ..., {2 selon la variable sélectionnée en fonction d’'un
critére d’information. Puis construire les sous-arbres sur 9, 241, ..., Qpk.-

Les différentes implémentations se distinguent par les choix de critéres
utilisés a chacune de ces trois étapes : le critére d’arrét, le critére d’affectation
de classe et le critére de partitionnement.

Le critére d’arrét détermine le moment ou la récursion doit cesser et donc
la croissance de ’arbre. Etre dans un noeud pur, c’est-a-dire lorsque tous
les individus du noeud appartiennent & la méme classe, est le critére d’arrét
trivial. Notons ici qu’il s’agit du criteére d’arrét utilisé lors de la construc-
tion d’arbres pour une forét aléatoire. On peut citer d’autres critéres d’arrét
classiques :

— L’absence d’apport informationnel (mesurée par le critére de partition-

nement).

— Un nombre minimal d’individus autorisant la poursuite du partionne-

ment.

— Une profondeur maximale, c¢’est-a-dire un nombre de noeuds maximal

entre la racine et la feuille.

Lors de I'utilisation de ces deux derniers critéres, il faut savoir qu’il est re-
connu que le risque d’arréter trop tot la croissance d’un arbre est plus grand
que d’arréter trop tard. Breiman et al. [BFOS84| ont ainsi proposé la pos-
sibilité de réduire la taille d’'un arbre aprés l'avoir construit, il s’agit du
post-élagage. Cette méthode consiste dans un premier temps a produire des
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arbres les plus purs possibles puis dans un second temps, a réduire ’arbre
en utilisant un autre critére pour comparer ce dernier a des arbres de tailles
inférieures afin d’obtenir un arbre plus performant en classement.

Le critére de partitionnement doit permettre de choisir parmi les diffé-
rentes variables exogénes celle qui sera utilisée pour réaliser la partition sur
le noeud courant non terminal. Les critéres utilisés doivent mesurer parmi
plusieurs partitions possibles celle qui est la plus porteuse d’information. Il
faut donc que le critére utilisé caractérise la pureté (ou le gain en pureté)
lors du passage du noeud parent aux noeuds (ou parfois feuilles) fils. Il existe
un grand nombre de mesures de qualité de partitionnement. La plupart des
études comparatives concluent que le choix de la mesure influence la taille
de 'arbre mais trés peu la qualité de la prédiction [Shi99], [LLS00]. De telles
mesures prennent une valeur minimale lorsque le noeud est pur et maxi-
male lorsque les individus présents sont équirépartis vis-a-vis de la variable
endogéne. Parmi les mesures les plus classiques mentionnons ’entropie de
Shannon et I'indice de Gini, respectivement utilisés dans C4.5 |Qui93|, et
CART [BFOS84] :

Soit t le nombre de classes et p; la proportion d’individus de la ¢

classe,
Entropie de Shannon :

t

H(P) =Y —pilogy(p;)

i=1

Indice de Gini : . .
H(P)=) pi(l—p)=1=> p]
i—1 i=1

La figure 3.6 illustre ces deux mesures dans le cas d’'un probléme a deux
classes. Wehenkel [Weh96| étudie les familles de fonctions entropiques et
montre la forte similarité existant entre ’entropie de Shannon et l'indice
de Gini. Notons que I'indice de Gini est le critére utilisé pour la construction
des arbres d’une forét aléatoire.

Lorsqu’un noeud est terminal, il reste a affecter a cette feuille une classe,
ainsi lorsqu’un nouvel individu sera appliqué au modeéle, s’il arrive dans cette
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Fi1G. 3.6 — L’entropie de Shannon et 'indice de Gini dans un cas a deux
classes.

feuille, la classe prédite pour cet individu sera la classe affectée a la feuille.
Encore une fois, de nombreuses stratégies peuvent étre appliquées. Lorsque
la feuille est pure, on lui attribue 'unique classe représentée. Dans le cas
contraire, la régle d’affectation de la classe peut différer selon les situations.
En générale, la régle la plus courante est celle de la majorité, dans ce cas
la classe la plus représentée est alors la classe affectée. Si les cotlits de mau-
vaises classifications sont connus, on peut chercher & minimiser ces derniers.
Derniérement, Ritschard [Rit05] propose également d’utiliser I'intensité d’im-
plication de Gras et al. [GAAB™96].

3.6 Agrégation de classifieurs

L’agrégation de classifieurs, ou "Méthode Ensemble", consiste a amé-
liorer les performances d’apprentissage en combinant un grand nombre de
classifieurs de base. Ces algorithmes sont basés sur des stratégies adapta-
tives (boosting [Fre90]) ou aléatoires (bagging [Bre96]). De nombreux ar-
ticles comparatifs montrent leur efficacité sur des exemples de problémes réels
(|Gha00, VMO02]). Le succés des Méthodes Ensembles tient au fait qu’ils ga-
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rantissent une erreur plus faible que le meilleur des classifieurs qu’ils agrégent.
En effet, comme le souligne déja le théoréme des jurés de Condorcet [Con85|,
si chaque membre d’un jury a une opinion indépendante sur le sujet du ju-
gement, la probabilité que le jugement rendu par la majorité des votes soit
correct augmente avec la taille du comité lorsque chaque membre a une pro-
babilité d’avoir juste supérieure a 50%. En apprentissage, le probléme est
d’obtenir des classifieurs avec une opinion différente, c’est-a-dire des classi-
fieurs qui ne commettent pas les mémes erreurs lors de la prédiction. Ainsi,
la notion de diversité décrit I'aptitude d’un ensemble a étre formé de tels
classifieurs ([BWHYO05]).

3.6.1 Bagging

Le principe du bagging est de construire chaque classifieur de base a par-
tir d’un échantillon bootstrap du jeux de données d’apprentissage. Un échan-
tillon bootstrap est obtenu par tirage aléatoire avec remise de n individus du
jeu de départ, n étant l'effectif de ce dernier. Le résultat est ensuite obtenu
en moyennant les sorties de chaque classifieur dans le cas d’une variable en-
dogeéne continue, ou par un vote a la majorité pour une variable endogéene
discréte.

Soit €2, un échantillon d’apprentissage de n individus w € 2, Y une va-
riable endogeéne a prédire et p variables exogénes X = (X, X, ..., X,). La
construction d’'un modéle de prédiction ¢ issu d’un bagging composé de C
classifieurs de base ¢}, i € (1,...,C) se fait comme suit :

Pour i =0 a C faire
Tirer un échantillon bootstrap 2.
Construire ¢;(X) a partir de 2.
Fin pour

1

Calculer p(X) = & S QX)) si Y est quantitative, ou faire un vote a la

majorité entre les ¢} (X) si Y est qualitative.
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L’un des avantages du bagging est qu’il peut s’accompagner d’une esti-
mation "out-of-bag" de ’erreur de prévision. Il s’agit de moyenner les erreurs
de prédiction de chaque classifieur de base, celles-ci étant évaluées sur les in-
dividus non tirés au sort lors du bootstrap relatif au classifieur. Cette mesure
permet de juger de la qualité en généralisation du modéle ou de prévenir d’un
sur-ajustement [Bes06].

3.6.2 Boosting

Le boosting adopte le méme principe général que le bagging, c’est-a-dire
la construction d’une famille de modéles qui sont ensuite agrégés par une
moyenne des estimations ou par un vote. Cette construction de ’ensemble
de classifieurs est cependant nettement différente. Lors d’un boosting chaque
nouveau classifieur de base est une version adaptatée du précédent en donnant
plus de poids, lors de I’estimation suivante, aux observations mal ajustées ou
mal prédites. Intuitivement, cet algorithme concentre donc ses efforts sur les
observations les plus difficiles a prédire, tandis que ’agrégation de I’ensemble
des classifieurs permet d’éviter le sur-ajustement.

Les algorithmes de boosting existants différent par leur méthodologie de
pondération des erreurs pour l’obtention du classifieur suivant, le type de va-
riable endogéne étudié, ou encore les techniques d’agrégation en elles-mémes.
L’algorithme originel AdaBoost, pour Adaptative Boosting |[Kau96|, est I'un
des plus utilisés, souvent avec un arbre de décision binaire comme classifieur
de base.

3.6.3 Forét aléatoire

Une forét aléatoire, ou Random Forest selon son nom original anglais
[Bre01], est une amélioration spécifique d'un bagging d’arbres binaires, par
I’ajout d'une randomisation. Celle derniére consiste a limiter la recherche
de la meilleure discrimination a k£ variables tirées au sort pour 1’obtention
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de chaque noeud. Cet ajout de hasard dans le choix des variables interve-
nant dans chaque arbre rend ceux-ci plus indépendants les uns des autres.
Cette approche est d’autant plus pertinente et efficace pour des jeux de don-
nées hautement multidimensionnels, c’est-a-dire dans le cas o le nombre de
variables exogénes est trés élevé, ol la randomisation combinée a la multipli-
cation des arbres permet une meilleure exploration de I’espace de représen-
tation.

En reprenant les notations utilisées pour le bagging (3.6.1) avec une va-
riable endogéne Y qualitative, le principe est le suivant :
Pour 1 =0 a C faire
Tirer un échantillon bootstrap 2.
Construire un arbre de décision binaire ¢}(X) de profondeur maximale a par-
tir de €2,. Limiter lors de cette construction, la recherche de chaque noeud a
k variables tirées a chaque fois au sort.
Fin pour
Faire un vote a la majorité entre les arbres ¢} (X).

Notons que plus k est petit, plus la diversité des arbres augmente, mais
le risque de dégrader les performances de I'arbre en question aussi. Empi-
riquement, Léo Breiman propose d’utiliser k& = ,/p, ou p est le nombre de
variables exogénes, comme paramétrage optimal [Bre01]. Nous avons retrou-
ver cette valeur comme paramétrage optimal lors de nos tests sur les jeux de
données industrielles de la société Fenics, et ceux de maniére stable dés que
le nombre d’arbres de la forét est suffisamment grand. Les foréts aléatoires
étant un bagging d’arbres aléatoires, elles bénécifient comme tout bagging de
la possibilité de réaliser une estimation "out-of-bag".
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Chapitre 4

Evaluation de modéles

4.1 Erreur en apprentissage et généralisation

L’objectif de I'apprentissage supervisé est naturellement de pouvoir uti-
liser les modéles construits sur de nouveaux individus. Or, calculer les dif-
férentes mesures d’évaluation sur les individus utilisés pour "apprentissage
donne souvent des valeurs bien trop optimistes (on parle alors de tests en
"par coeur"), et empéche de connaitre la capacité de généralisation du mo-
deéle (sa capacité a bien se comporter sur de nouveaux individus). L’idée est
alors de partitionner les exemples disponibles suivant différents protocoles.

Apprentissage/test C’est le protocole le plus simple. Il consiste a sépa-
rer le jeu de données en deux parties : 'une sera utilisée pour construire le
modéle ; 'autre pour le tester. Il faut juste définir la taille de chacun de ces
deux échantillons. Généralement on utilise 70% des individus pour construire
le modéle et 30% pour le tester. On parle alors de protocole "70/30". Le prin-
cipal inconvénient de cette méthode est qu’il oblige a se passer de beaucoup
d’individus pour la construction du modéle, et dans le méme temps tous les
individus ne sont pas exploités pour le test.

29
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Validation croisée La validation croisée consiste a couper le jeu de départ
en k subdivisions d’effectif équivalent par tirage aléatoire sans remise. Un
modéle est ensuite construit sur k—1 subdivisions, et tester sur la subdivision
restante. Ce procédé est répété pour que chaque subdivision se retrouve une
unique fois en test. Ainsi chaque individu s’est retrouvé une fois en test sur un
modéle ou il n’a pas été utilisé pour la construction. La matrice de confusion
obtenue contient donc tous les individus pour le calcul des différentes mesures.
La figure 4.1 illustre ce procédé dans le cas d’une validation croisée a 5
subdivisions. Tous les tests de performances réalisé pour ce mémoire utilise
cette méthode.

Jeu de données initial

v

Jeu de données subdivisé

A B C D E
Construction du modéle Test .

A B C D - E

A B C E - D
Matrice

A B D E - C de.

confusion

globale

A C D E - B

B C E D > A

F1G. 4.1 — Principe d’une validation croisée a 5 subdivisions.

Plus le nombre de subdivisions est important, plus les différents modéles
construits utilisent d’individus simultanément, et se rapprochent donc d’un
modéle construit sur la totalité des individus. L’inconvénient devient alors le
nombre de modéles & construire (égal au nombre de subdivisions), et les temps



4.2. DESEQUILIBRE ET NOTION DE SYMETRIE 61

de calcul associés. Notons que la configuration extréme de la validation croisée
ou chaque subdivision n’est constituée que d’un seul individu se nomme le
"leave-one-out".

4.2 Deéséquilibre et notion de symeétrie

Un jeu de données déséquilibrées est un probléme d’apprentissage super-
visé ot les effectifs des différentes modalités d’'une variable endogéne discréte
sont trés différents. Il s’agit d’une problématique relativement récente appa-
rue des lors que le data mining est devenu une technologie amplement utilisée
dans l'industrie, dans des exemples réels comme le diagnostic des maladies
de la thyroide [MA94], la gestion des défauts des boites de vitesses des hé-
licoptéres [JMG95|, la détection de fraudes téléphoniques [FP97|, ou encore
la recherche de gisements de pétrole sur des images satellites [KHM98|, etc.
Comme le notent Florian Verhein et Sanjay Chawla [VC07| "dans des appli-
cations comme le diagnostic médical ou la détection de fraudes, [les| jeux de
données déséquilibrées sont la norme et non I'exception”. Si le déséquilibre
est un probléme pour la production de modéles, nous allons voir que certaines
des problématiques qui lui sont liées impactent directement 1’évaluation des
performances.

La plupart des algorithmes d’apprentissage supervisé sont basés sur deux
hypothéses : (1) le critére & minimiser est le nombre d’erreurs et (2) le jeu
de données d’apprentissage est un échantillon représentatif de la population
sur laquelle le modéle sera appliqué. Or, dans le cas d’'un jeu de données
déséquilibré, il est difficile de répondre correctement & la premiére de ces
hypothéses. Par exemple, si 99% des données appartiennent a une seule classe,
il sera difficile de faire mieux que le 1% d’erreur obtenu en classant tous les
individus dans cette classe. Weiss [Wei04, WPO01| propose de distinguer plus
précisément les différents problémes des données déséquilibrées :

1. Métriques inappropriées : Que ce soit pour guider 'apprentissage, ou
pour en évaluer les résultats, les mesures utilisées au cours du proces-
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F1G. 4.2 — L’effet d'un manque "absolu" de données.

sus d’apprentissage ne sont pas adaptées aux classes déséquilibrées. En
remplacant le critére a optimiser, par exemple le taux d’erreur, par
un critére plus pertinent, on doit pouvoir adapter simplement les algo-
rithmes. Le rappel et la précision sont par exemple plus adéquats.

. Manque "absolu" de données : Il s’agit du probléme principal du dés-

équilibre : les données disponibles ne sont pas suffisantes pour définir
clairement le concept. La figure 4.2 illustre ce principe : dans I’échan-
tillon de la partie gauche les données disponibles concernant le concept
A ne sont pas suffisantes pour définir ses frontiéres, estimées par les rec-
tangles en pointillés. Le concept est beaucoup mieux défini sur I’échan-
tillon de droite, pour lequel plus de données sont disponibles. Ce pro-
bléme est & mettre en relation avec celui des "cas rares" (Small dis-
juncts) [Wei03].

. Manque relatif de données : Les objets d’une classe ne sont pas rares

au sens absolu, mais beaucoup moins représentés que ceux des autres
classes. Le probléme est donc le ratio classe majoritaire/classe mino-
ritaire plus que le nombre d’individus disponibles pour apprendre le
concept de la classe minoritaire.

. Marge d’induction : Il s’agit de la marge appliquée a la régle apprise sur

les données d’apprentissage pour pouvoir généraliser. On peut considé-
rer la marge de généralité maximum : une fois qu’on a sélectionné un
groupe d’individus comme appartenant a un méme concept, on défi-
nit ce dernier grace au nombre minimum de conditions qui ménent a
ces individus. A l'inverse la marge de spécificité maximum va quant a
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elle conserver toutes les régles possibles satisfaites par ces individus.
Or la marge de généralité maximum est appropriée aux cas fréquents
mais pas aux cas rares. Pourtant de nombreux systémes d’induction
préférent la généralité a la spécialisation, favorisant la classe la plus
présente en cas d’incertitude.

5. Données bruitées : Le bruit a plus d’impact sur les classes rares que
sur les classes fréquentes, tout simplement parce que peu d’individus
bruités (mal étiquetés) suffisent pour brouiller le concept & apprendre.
Le modele devient incapable de distinguer le bruit de cas rares du
concept. S’il est rendu plus spécifique, il apprendra correctement ces
sous-concepts rares, mais également ceux qui sont réellement du bruit.

D’autres problématiques sont fortement liées a 'apprentissage a partir
de jeux de données déséquilibrées. Parmi elles, 'asymétrie des cotits nous
intéresse particuliéerement car elle impacte directement 1’évaluation des per-
formances. Cette derniére est liée 'asymétrie des classes en termes d’impor-
tance, ou de coiuts des erreurs. Ainsi dans 'exemple d’aide au diagnostic
médical (voir 1.1), si faire une erreur sur la classe majoritaire (classer comme
malade un individu sain) est coliteux en termes d’examens inutiles et de
stress pour le patient, faire une erreur sur la classe minoritaire (ne pas dé-
tecter la maladie chez un patient) est bien plus grave. Cette différence en
terme d’importance de chaque modalité n’est pas prise en compte ni par les
systémes d’apprentissage classiques, ni par les critéres d’évaluation usuels.

Ce probléme est lié a celui du déséquilibre, car bien souvent les classes
rares sont les plus importantes, et les erreurs sur ces derniéres sont plus
coliteuses.
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4.3 Indicateurs

4.3.1 Taxonomie des critéres d’évaluation

Plusieurs critéres d’évaluation de la qualité d’un modéle d’apprentissage
supervisé sont établis dans la littérature. Il est possible de les répertorier en
sept catégories principales :

1. Critéres basés sur la précision, comme par exemple le taux de correc-
tion globale, les taux de précision et de rappel, la F' — mesure, ou
d’autres critéres basés sur ’analyse de la matrice de confusion. Ce sont
les critéres principaux et les plus couramment utilisés.

2. Criteres basés sur ’entropie, comme par exemple ’entropie croisée, le
gain d’entropie [DMBMBO06|, ou la mesure de divergence dirigée.

3. Complexité du classifieur (par exemple longueur maximale, nombre de
noeuds, nombre de feuilles dans le cas d’un arbre de décision).

4. Interprétabilité du modéle de classification. Ce critére est assez subjec-
tif. Les techniques d’arbres de décision sont réputées pour leur inter-
prétabilité. Un classifieur simple est souvent plus interprétable.

5. Vitesse : & la fois le temps nécessaire pour la construction du classifieur
et pour classer un exemple. Dans un cadre industriel, il n’est pas rare
que seule la vitesse pour classer un exemple (vitesse de ’application)
compte.

6. Robustesse : la sensibilité de la méthode par rapport a des modifications
mineures de la base d’apprentissage. Cette capacité permet de résister
au bruit présent dans les données.

7. Capacité de passage a 1’échelle.

Parmi ces critéres, les 5 premiers concernent les modéles de classification. Les
3 derniers concernent les méthodes de construction de modéles. La vitesse
concerne a la fois les méthodes de construction de modéles et les modéles
eux-mémes. Une liste compléte des mesures avec leurs descriptions, ainsi que
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I’é¢tude empirique de ces mesures se trouvent, entre autres, dans les travaux
de Caruana [CNMO04, CNMO06|.

Notre objectif étant d’améliorer et de mettre en corrélation avec les be-
soins de 'utilisateur, les performances brutes du modeéle, c’est-a-dire ses per-
formances de classification issues de ’analyse de la matrice de confusion, nous
ne nous intéresserons en détail qu’a la premiére catégorie. C’est également
dans cette catégorie que s’inscrit la mesure que nous proposerons en chapitre
7.

4.3.2 Mesures de performance

la matrice de confusion contient toutes les informations sur la classifica-
tion réelle et la classification prédite faite par un modéle de classification. Il
s’agit d’une table de contingence confrontant les classes prédites par le mo-
deéle (en colonnes) et les classes réelles (en lignes) pour les individus du jeu
de données. Dans le tableau 4.1, N;; est le nombre d’individus de la classe
C; classés par le modele dans la classe ;. La performance d’'un modéle
de classification est évaluée en se basant sur les informations figurant dans
cette matrice. En réduisant cette matrice de n? éléments a une seule valeur
numérique pour évaluer la performance d’un classifieur, on perd la richesse
d’information donnée par la matrice. Mais cela est nécessaire, car d’une part
cela donne une information plus synthétique et plus interprétable, et d’autre
part cela sert a la comparaison entre les classifieurs. Il est donc nécessaire de
caractériser les mesures d’évaluation pour déterminer celles qui s’adaptent
au mieux au probléme de classification considéré.

Le taux de correction globale, noté acc, est le critére le plus utilisé. Il est
défini comme le rapport entre le nombre d’individus correctement classifiés
et effectif total :

i=n
i=1 Nm
acc = i=n j=n
Zi:l j=1 Nij
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Classe prédite
Classe réelle Cy | Cy | ...|] C
Gy Nii | Nig | ... | N1,
¢, Noi | Nog | ... | Nap
Cn an Nn2 cen Nnn

TAB. 4.1 — Matrice de confusion issue de la prédiction d’'un probléme a n
classes

On en déduit directement le taux d’erreur globale, noté err, défini par :

err =1 — acc

L’objectif des méthodes de construction de modéles de classification est de
maximiser le taux de correction globale (ou minimiser le taux d’erreur). L’uti-
lisation de cet indice global, c’est-a-dire prenant en considération 1’ensemble
des classes, suppose que le cott de mauvaise classification est égal pour tous
les individus. Cela rend impossible I'utilisation du taux de correction, ou
d’erreur, deés lors que cela n’est plus vrai. C’est la cas dans notre probléme
de jeux de données déséquilibrées ot 'oubli d’un individu de la classe d’inté-
rét (comme un cancer dans notre application industrielle) est beacoup plus
grave, que l'insertion d’un individu de la classe majoritaire comme prédit
de la classe minoritaire (présence d’une fausse alarme). Une analyse plus
détaillée du taux de correction globale est présentée dans [PFR98, KB91].

Dans I’état de l'art, on considére souvent le cas a deux classes, car il
s’agit d’'un cas plus simple a expliquer. Dans la réalité, ce cas apparait plus
souvent que les autres. Dans la suite, nous présentons les mesures dans le
cas a deux classes. Ces mesures, en général relatives a une classe (d’intérét
ou positive) contre I’ensemble des autres classes (dites négatives), peuvent
étre étendues pour les cas a trois classes ou plus. Nous utiliserons C; comme
classe négative, et C, comme classe positive.

Le taux de rappel (ou taux de vrai positifs ou sensibilité) exprime la
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probabilité de bien classer un individu de la classe positive :

N22

7":—
Noi + Ny

Le taux de vrais négatifs (ou spécificité) exprime la probabilité de bien classer
un individu de la classe négative :

Ny
Nii + Nyg

Le taux de faux positifs exprime la probabilité de mal classer un individu de

la classe négative :
Nio

N1+ Nz
Le taux de faux négatifs exprime la probabilité de mal classer un individu de

la classe positive :
Noy

Ny + Nay

Ces quatre mesures sont en fait des probabilités conditionnées par les
classes réelles des individus : le taux de vrais positifs et le taux de faux
négatifs sont estimés sur les individus de la classe positive; le taux de vrais
négatifs et le taux de faux positifs sont estimés sur les individus de la classe
négative. Les deux premiéres sont & maximiser et les deux derniéres sont a
minimiser.

Les quatre mesures suivantes sont également des probabilités condition-
nées mais par les classes prédites des individus. Le taux de précision exprime
la probabilité de bien classer un individu parmi ceux prédits comme positifs :

N22

P=— =~
Nig + Nay

La valeur prédite négative exprime la probabilité de bien classer un individu
parmi ceux prédits comme négatifs :

Ny
Ny + Ny
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La probabilité de mal classer un individu parmi ceux prédits comme négatifs
(prediction-conditionned fallout) :

Ny
Ni1 + Ny

La probabilité de mal classer un individu parmi ceux prédits comme positifs
(negative-conditioned miss) :

Nio
Nig + Ny

Parmi les 4 mesures ci-dessus, les deux premiéres (le taux de précision et la
valeur prédite négative) sont & maximiser et les deux derniéres & minimiser.
Les taux de précision et de rappel sont trés utilisés en recherche d’informa-
tion, méme s’il ne juge de la qualité du modele que vis-a-vis d’une seule
classe.

La mesure la plus utilisée basée sur le taux de rappel (r) et le taux de
précision (p) est la F-measure [RCBT79| définie par :
2Xrxp
r+p

F-measure =

Elle combine les taux de rappel et précision sous forme d’une moyenne har-
monique pour donner une mesure de qualité de la prédiction du classifieur sur
la classe d’intérét, mais elle ne permet pas de privilégier I'un des taux vis-a-
vis de I'autre. La méme importance est donc accordée aux faux positifs et aux
faux négatifs, ce qui est rarement le cas en réalité ou les faux-négatifs sont
plus ’grave’ deés lors que 'objectif prioritaire est la détection des individus
d’intérét. La Fg-measure corrige cette situation en ajoutant un parameétre
0

(1+p8%) xrxp

G2 xr+p
Celle-ci permet de jouer sur I'importance des deux taux au sein de la mesure

Fg-measure =

mais conserve deux inconvénients :

1. Elle privilégie des valeurs équilibrées entre le taux de rappel et le taux
de précision. Ainsi, des taux de rappel et précision faibles mais de
hauteur équivalente conduisent malgré tout a une mesure importante.
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2. Le paramétre (3 est trés peu intuitif. La traduction des besoins de 1'uti-
lisateur, en terme de taux de rappel et de taux de précision, en un
paramétrage de (3 est floue.

La moyenne géométrique g [KHM97| est également basée sur la notion de
taux de rappel, mais l'utilise pour créer une mesure de performances globale
sur ’ensemble des classes :

ou M est le nombre de classe et 7, le taux de rappel de la classe m. Il s’agit
d’une mesure réguliérement utilisée en situation de déséquilibre puisqu’elle
est indépendante des effectifs de chaque classe. Cependant, elle accorde une
importance équivalente a chacune d’elle.

Le rapport de cotes (odds-ratio), est une grandeur statistique permettant
de comparer deux facteurs de risques différents dans une population, dans
notre contexte, il faut le maximiser. Il est défini comme suit :

N1y
Niz N1 X Noo

N Nig x Ny
Nao

Le coefficient Kappa mesure une corrélation entre deux variables statis-
tiques. En apprentissage, il est utilisé pour évaluer ’accord entre la distribu-
tion naturelle et la distribution issue de la classification, ceci en prenant égale-
ment en compte la distribution obtenable par chance. Il est considéré comme
une amélioration du taux de correction globale. Comme la base contient
(N11 + Nio) individus de la classe négative et (N + Nop) individus de la
classe positive, lorsque I'on classifie (N7; 4+ Nap) (respectivement (Nyo+ Noy))
individus dans la classe négative (respectivement positive) de maniére aléa-
toire, ’espérance du nombre d’individus correctement classifiés dans la classe
négative (respectivement positive) est, NV étant effectif total :

N1y + Nio

N N-
N X (N1 + Nap)
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respectivement, :
Nai + Nay

N
L’espérance du nombre d’exemples bien classifiés par chance est donc :

(Nag + Nop) X (Nag + Nia) + (N11 + Ni2) X (Ni1 + Noy)
N
On en déduit la contribution effective du classifieur :

(Nag + Nop) X (Nag + Nia2) + (N1 + Ni2) X (Ny1 + Noy)
N

X (Nig + N22)

(N11 + Nog) —

Le coefficient Kappa, introduit par J. Cohen [Coh60|, évalue un taux de
bonnes classifications et exclut la partie des bonnes classifications obtenue
par chance :

Naoo+Nop) X (Nao+Ni2)+(N11+N12) X (N11+Noy
(Nt Ng) ! )x( 4 )x( )
N — (N224+N21) X (N2a+N12)+(N11+N12) X (N11+Noa1)
N

Ce coefficient est toujours inférieur ou égal & 1 et on souhaite le maximiser.
Un coefficient Kappa négatif signifie que le classifieur est pire qu'un classifieur
aléatoire. La définition de cette mesure peut s’étendre facilement aux cas a
plusieurs classes. Il peut également étre utilisé pour la sélection d’attribut
[LNO5]. Cependant s’il peut étre vu comme une amélioration du taux de
correction globale, il en garde I'un des principaux défauts, a savoir que ce
dernier suppose que le cotit de mauvaise classification est égal pour tous les
individus quelque soit leur classe.

Le coefficient de corrélation, aussi appelé le coefficient de corrélation de
rang partiel de Kendall (Kendall partial rank correlation) est une autre forme
d’amélioration du taux de correction globale :

N22 X N11 - N12 X N21
\/(N22 + No1) x (N11 + Nia) x (N1 + Nag) X (Ni1 + Noy)

Ke =

Ce coefficient prend ses valeurs entre —1 et 1. Une classification parfaite
correspond & 1 et une classification aléatoire correspond a 0. Une valeur
négative signifie une classification pire que la classification aléatoire. Celui-ci
ne permet toujours pas la prise en compte d'une asymétrie de cofit.
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Le Lift |HBPJ96] est souvent employé dans ’analyse marketing. Elle
mesure combien de fois le classifieur en question est meilleur sur une sous-
population par rapport a un classifieur aléatoire, cela pour une classe donnée :

, taux de rappel sur une sous — population
Lift =

taux d'individus positif dans la population totale

Cette mesure est intéressante en marketing, par exemple quand on souhaite
cibler une publicité sur un nombre limité de personnes. Le Lift permet d’éva-
luer la sous-population qui maximisera la qualité du ciblage.

L’erreur carrée (root mean squared error ou RMSE) est souvent utili-
sée en régression (ou la variable endogéne prend ses valeurs sur un segment
continu). Cette mesure est cependant applicable en classification binaire ou
les 2 classes sont ramenées aux valeurs 0 et 1. Elle est définie par :

1
RMSE = \/N Z(ClassePredite(individu) — ClasseReelle(individu))?

Cette mesure globale, issu du domaine des probabilités, conserve néanmoins
les inconvénients diis a la non prise en considération d’une éventuelle asymé-
trie des cotits en fonction des classes.
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Chapitre 5

Espace des individus

5.1 Introduction

L’apprentissage a partir de données déséquilibrées nécessite des straté-
gies adaptées pour obtenir une classification correcte de la classe minoritaire.
L’évantail des solutions proposées vont de 1’échantillonnage a la construction
d’un modéle de prédiction spécifique de la classe d’intérét (one class learning)
en passant par 'introduction d’un biais dans le critére optimisé par I’appren-
tissage pour prendre en compte le déséquilibre [PMM™*94, KHM98, BSGR03].
Pour notre application (aide au diagnostic du cancer du sein), le modéle de
prédiction doit se satisfaire aux contraintes de qualité inhérentes au domaine
meédical. Dans ce chapitre, nous passons en revue des techniques d’échan-
tillonnage utilisées pour contourner les problémes liés aux données déséquili-
brées, puis nous proposons une stratégie fondée sur I’échantillonnage qui in-
tégre les besoins de l'utilisateur (ici en terme de taux de rappel pour répondre
a lasymeétrie des coiits) dans 'orientation des performances du classifieur.

73
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5.2 Etat de ’art

5.2.1 Sur et sous-échantillonnage

Le ré-échantillonnage des données est une idée fréquemment exploitée
pour enrayer l'impact du déséquilibre sur 'apprentissage. Dans nombre de
cas, l'objectif est de rétablir I’équilibre entre les effectifs, soit en réduisant
celui de la classe majoritaire (sous-échantillonnage) soit en augmentant celui
de la classe minoritaire (sur-échantillonnage).

Dans le cas du sous-échantillonnage aléatoire, aucune attention n’est pré-
tée aux individus de la classe majoritaire sélectionnés pour ’apprentissage.
Ses principaux avantages résident ainsi dans sa simplicité de mise en oeuvre
et sa rapidité d’exécution [Jap00|. Cependant, il est souvent argué que le sous-
échantillonnage induit une perte d’informations. Plusieurs auteurs ont donc
cherché a diriger la sélection des individus. Dans ce sens, [KM97| enlévent
des individus redondants parmi les individus majoritaires (qui ralentissent
Iapprentissage sans en augmenter la qualité) et les individus a la frontiére
de décision entre les classes (qui dégradent I’apprentissage). Les premiers
sont identifés via la constitution d’un sous-ensemble consistant des données
d’apprentissage (un sous-ensemble C' de S est consistant s’l permet la pré-
diction de S avec la régle 1-NN [Har68]), alors que les seconds sont détectés
au travers des liens de Tomek (Tomek links, [Tom76|) : il existe un lien entre
les individus = et y si il n’existe pas d’individu z plus prés de = (resp. y)
que ne l'est y (resp. z). Une autre solution consiste a appliquer un algo-
rithme d’édition a leffectif de la classe majoritaire. [BVSF04| utilisent pour
ce faire I’édition de Wilson ( Wilson Editing, [Wil72]) qui consiste & appliquer
un classifieur de type k-NN aux données d’apprentissage et & en supprimer
les individus mal étiquetés. Cependant, comme la régle k-NN est également
soumise au probléme du déséquilibre, ils biaisent la mesure de distance en la
pondérant en fonction de la classe de I’'exemple considéré. Ainsi, la distance
a des individus de classe minoritaire diminue par rapport a la distance a des
individus de classe majoritaire.
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La solution opposée au sous-échantillonnage est le sur-échantillonnage.
Dans sa version aléatoire, il s’agit de reproduire des individus de la classe
minoritaire tirés au sort pour atteindre des effectifs équilibrés. Si la tech-
nique est simple a mettre en oeuvre, elle court le risque d’entrainer un sur-
apprentissage des données en forcant le classifieur a s’intéresser a des ré-
gions trés étroites de 'espace. Pour éviter cet écueil, [CBHKO02| proposent
SMOTE (Synthetic Minority Oversampling Technique), une technique de
sur-échantillonnage qui génére des individus synthétiques afin d’étendre les
limites de la classe minoritaire. Elle procéde de la maniére suivante. Les k
plus proches voisins de chaque individu positif X sont récupérés. Parmi eux
sont tirés au sort suffisamment d’individus pour atteindre le taux de sur-
échantillonnage désiré. Un nouvel individu N est alors généré pour chacun
de ces voisins V. Son i®™ attribut prend pour valeur : N; = X; + (V; — X;) x
Rand(0, 1) ou Rand(0, 1) représente un nombre aléatoire uniforme entre 0 et
1.

Plusieurs auteurs ont étudié Uefficacité de ces approches. Derniérement,
[HKNO7] en réalisent une comparaison exhaustive. Ils concluent & la supério-
rité du sous-échantillonnage lorsque les données sont raisonnablement dés-
équilibrées (> 10%) et a celle du sur-échantillonnage dans le cas contraire
(conclusion partagée avec [BVSFO04]). Par ailleurs, cette étude plaide en fa-
veur des méthodes simples d’échantillonnage puisqu’elle ne note aucune amé-
lioration significative des performances pour les méthodes dirigées, méthodes
qui, de plus, sont cotteuses (en accord avec [Jap00]).

5.2.2 Echantillonnage et ensemble

Dans les exemples décrits ci-dessus, I’échantillonnage ne vise qu’a contour-
ner le probléme du déséquilibre pour rétablir une situation "normale". Pour-
tant, I’échantillonnage peut aussi servir a améliorer ’apprentissage, comme
le montre les travaux réalisés sur les ensembles.

L’échantillonnage des individus, lors de la construction d’un ensemble,
permet de créer de la diversité entre chaque classifieur de base, et cela afin
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d’améliorer les résultats de I'ensemble grace a des "opinions" individuelles
plus indépendantes. Des études ont cherché a profiter de ’approche ensem-
bliste pour gérer le probléme du déséquilibre. Barandela et al. |[BSGRO3|
proposent d’apprendre les classifieurs d’un ensemble sur des échantillons équi-
librés constitués de tous les individus de la classe minoritaire et d’'un échan-
tillon aléatoire d’individus de la classe majoritaire. Pour ces auteurs, 1'idée est
que I’équilibre entre les classes permet d’optimiser la prédiction. Cependant,
certains travaux montrent qu’il n’en est pas toujours ainsi [DK01, WPO03].
Pour ajuster la distribution des classes au probléme, une premiére solution
consiste & en essayer plusieurs pour choisir la plus adaptée [PALO4|. Ainsi, ces
auteurs proposent un processus en 2 étapes : (1) choix de la meilleur distribu-
tion puis (2) choix du meilleur classifieur pour le bagging. Si elle est efficace,
cette stratégie est cotliteuse en individus et en temps puisque I’évaluation
conjointe de la distribution et des classifieurs demande a la fois de réserver
des individus et de construire des classifieurs qui ne serviront pas a la prédic-
tion. Une stratégie plus fine consiste a adapter le boosting au probléme du
déséquilibre. Dans leur méthode DataBoost-IM, |[GV04] séparent les individus
difficiles & apprendre (dits graines, individus pondérés au cours du boosting)
suivant leur classe d’appartenance. Pour chaque groupe de graines (et sui-
vant la distribution entre ces groupes), de nouveaux individus typiques de
la classe correspondante sont générés et intégrés a I’échantillon a apprendre.
Cette stratégie permet ainsi d’adapter automatiquement la distribution entre
les classes au probléme en cours tout en bénéficiant de 'approche ensembliste.

5.3 FUNSS : une approche guidée par le coiit

Les travaux existants nous ont amené a faire plusieurs constats. D’abord,
lorsque le déséquilibre est élevé, le sur-échantillonnage est plus adapté que
le sous-échantillonnage. Cependant, il est nécessaire de veiller aux régions de
I’espace qui seront privilégiées pour ne pas entrainer de sur-apprentissage.
Inversement le sous-échantillonnage n’est efficient que si le déséquilibre est
limité, car sinon la perte d’informations vis-a-vis de la classe majoritaire est
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trop importante. Ensuite, la meilleure distribution entre les classes dépend
du probléme : un échantillonnage équilibré et aléatoire n’optimise pas forcé-
ment le taux d’erreur. Enfin, les méthodes ensemble sont un moyen efficace
de tirer profit de I’échantillonnage. A ces constats il est également intéressant
de remarquer que les stratégies d’échantillonnage sont rarement reliées aux
besoins de l'utilisateur, en particulier sur le compromis rappel /précision pour
la classe d’intérét. Or, notre domaine d’application est justement un domaine
ou il est intéressant d’intégrer ces préférences pour optimiser la prédiction.
C’est pourquoi nous proposons FUNSS (Fitting User Needs Sampling Stra-
tegy), une approche originale pour traiter le déséquilibre entre les classes sans
chercher a uniformiser les effectifs.

5.3.1 Principe

[’idée de FUNSS est de traduire le compromis rappel /précision en terme
de marge d’induction entre les individus de chaque classe. Les individus de
la classe minoritaire (ou individus positifs) sont entourés par une quantité
importante d’individus des classes majoritaires (ou individus négatifs) qui
empéchent le classifieur de les apprendre correctemment et entraine un faible
taux de rappel pour la classe minoritaire. Pour augmenter le taux de rappel,
une solution consiste a choisir des individus négatifs éloignés des individus
positifs (c’est-a-dire & augmenter la marge d’induction des régles les visant).
Et & I'inverse, pour augmenter le taux de précision, il suffit de garder les in-
dividus négatifs proches des individus positifs. Nous allons présenter FUNSS
en modifiant I’échantillonnage réalisé au cours des foréts aléatoires en un
échantillonnage dirigé, notons que FUNSS peut s’appliquer avec n’importe
quel classifieur de base dés lors qu’un bagging (3.6.1) est réalisé.

A chaque tirage aléatoire avec remise dans ’échantillon d’apprentissage,
le processus est le suivant : Si I'individu est positif, il est directement intégré
dans le nouvel échantillon; Dans le cas contraire, un groupe de %k individus
négatifs est tiré au hasard ainsi qu’un individu positif. L’'individu négatif du
groupe qui est soit le plus proche (appelé par la suite mode "proche") soit le



78 CHAPITRE 5. ESPACE DES INDIVIDUS

plus éloigné (mode "éloigné") de I'individu positif, est intégré dans le nouvel
échantillon. Ainsi, les individus négatifs sont sélectionnés en fonction de leur
proximité par rapport aux individus positifs. Si cette proximité est faible, la
classe positive sera plus facilement distinguée de la classe négative induisant
un rappel plus élevé (et vice-versa). Chaque échantillon de la forét aléatoire
est donc 'occasion d’augmenter ou de diminuer le rappel pour atteindre une
valeur fixée par l'utilisateur. Pour cela, le rappel de la forét est estimé a
chaque nouvel arbre & l'aide des individus out-of-bag. S’il est en dessous
du rappel désiré, I’échantillonnage suivant sélectionne des individus négatifs
éloignés des individus positifs. Dans le cas contraire, les individus négatifs
proches sont favorisés (voir figure 5.1).

Le calcul des distances entre individus est un point important de cette
stratégie. Cependant, dans les espaces de grandes dimensions, la distance
euclidienne perd son pouvoir discriminant. Ainsi, la distance d’un point a
son plus proche voisin tend a étre égale a la distance de ce méme point a
son voisin le plus éloigné quand le nombre de dimensions tend vers l'infini
(sous les conditions d’indépendance entre ces dimensions, [BGRS99]|). Pour
contourner ces problémes, une distance de rang est utilisée. Pour déterminer
I’individu le plus proche d’une cible, les individus sont ordonnés pour chaque
attribut sur leur proximité a cette cible. La distance est alors la somme des
rangs d’un individu : plus cette somme est élevée, plus l'individu est loin
de la cible. Cette distance conduit a des distributions identiques sur chaque
attribut. La figure 5.2 présente un exemple de sélection d’un individu de la
classe majoritaire lors d’un échantillonnage.

5.3.2 Expérimentations

La figure 5.3 a pour but d’illustrer I'effet des deux modes, proche ou
éloigné, de sélection des individus lors de 1’échantillonnage. Pour réaliser ces
graphiques, une analyse en composante principale (ACP) a été réalisée sur la
totalité du jeu de données Satimage [HB99| dont la composition est détaillée
table 5.1.
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F1G. 5.1 — Principe de construction d’une forét aléatoire utilisant 1’échan-
tillonnage FUNSS.
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5 individus minoritaires en bleu, p

R est tiré en référent.

20 individus majoritaires en
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Q)
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d(C,R)=1+3=4

g}@

A serait sélectionné en mode « proche ».
B serait sélectionné en mode « éloigné ».

F1G. 5.2 — Exemple de sélection d’un individu de la classe majoritaire lors

d’un échantillonnage FUNSS.

Effectif Variables Effectif Fréquence
exogénes  positif  classe positive
Satimage 6435 36 626 9,73%
MammoClusters 5977 378 1779 29,76%

TAB. 5.1 — Composition des jeux de données déséquilibrées Satimage et Mam-

moClusters.

Les deux premiers axes de cette ACP ont ensuite été conservés comme

plan de projection pour la visualisation des différents échantillons créés. Ces
derniers sont aux nombres de trois : (A) échantillon FUNSS en mode éloi-

gné, son but est de permettre au modéle de gagner en rappel sur la classe
positive. Des groupes de 10 individus négatifs ont été utilisés lors de ’étape
de sélection. (B) échantillon bootstrap classique. (C) échantillon FUNSS en
mode proche, son but est de permettre au modéle de gagner en précision
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» classe négative & classe positive ]

F1G. 5.3 — Visualisation dans le plan formé par les 2 premiers axes ACP
de 3 échantillons issus du jeu Satimage : (A) FUNSS mode "éloigné", (B)
bootstrap, (C) FUNSS mode "proche".
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sur la classe positive. Ce dernier a été construit avec les mémes paramétres
que I’échantillon A. Pour chacune de ces visualisations un agrandissement
sur une zone mixte (contenant a la fois des individus positifs et négatifs) est
présenté.

Il n’est pas possible de commenter ces illustrations en terme de marge
d’induction, entre autre a cause du phénoméne de projection. Cependant
on notera les différences en terme de rapport d’effectifs dans la zone mixte.
Le bootstrap classique (B) présente un rapport proche de 1’équilibre, c¢’est
d’ailleurs en ce sens que la zone a été choisie. Les échantillons FUNSS pré-
sentent des rapports inverses 1'un de l'autre : (A) la volonté de sélection-
ner des individus négatifs "éloignés" fait décroitre leur nombre dans la zone
mixte, ce qui doit logiquement faciliter la détection des individus positifs dans
cette zone pour 'arbre construit sur cet échantillon et donc faire augmenter
le rappel de la forét pour la classe positive. (B) inversement la volonté de sé-
lectionner des individus négatifs "proches" augmentent leur nombre en zone
mixte et force le classifieur a étre plus précis dans sa détection des individus
positifs quitte a perdre en capacité de rappel sur cette méme classe.

L’évolution du rappel estimé de la forét pour la classe positive aprés
chaque construction d’arbre est présentée en figure 5.4. Ce rappel est cal-
culé pour la classe positive, a partir des individus out-of-bag (c’est-a-dire
des individus de I’échantillon d’apprentissage non présents dans I’échantillon
de construction de I’arbre). Les données utilisées pour le graphique sont is-
sues d’une validation croisée composée de 5 subdivisions sur le jeu Satimage.
La forét aléatoire utilisée comporte 50 arbres avec une randomisation sur 6
variables. L’échantillonnage FUNSS est paramétré de la maniére suivante :
objectif d'un rappel de 80% pour la classe positive et groupes de 10 individus
négatifs lors de la sélection. Les points correspondants au premier arbre ont
été tronqués pour une meilleure lisibilité du reste du graphique, leurs valeurs
en rappel pour la classe positive étaient toutes comprises entre 45 et 55%.

On note que l'oscillation autour de la valeur de rappel souhaitée est de
plus en plus faible au cours de la construction de ’arbre, un nouveau vote
de la part d’'un arbre ayant de moins en moins d’impact sur la prédiction de
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Fi1G. 5.4 — Evolution du rappel estimé lors de la construction d’une fo-
rét aléatoire utilisant 1’échantillonnage FUNSS80. Résultats issus d’une 5-
CrossValidation sur le jeu Satimage.

la forét au fur et a mesure que le nombre d’arbres déja construits augmente.

Des résultats en terme de performance sont présentés en table 5.2. Il s’agit
de tests réalisés sur le jeu de données Satimage. Tous les résultats sont issus de
validations croisées composées de 5 subdivisions, pour des foréts aléatoires de
50 arbres, utilisant 6 variables pour la randomisation. La version de SMOTE
(JCBHKO2], voir 5.2.1) testée ne comporte pas de sous-échantillonnage de la
classe négative. L’algorithme BRF (Balanced Random Forest) construit une
forét aléatoire & partir de bootstraps équilibrés [CLB04|. Les temps indiqués
proviennent de l'utilisation de la plateforme de data mining interne a la
société Fenics (Learnlt, voir 1.1), les indices de temps sont calculés sur la
base de 1 pour une forét aléatoire classique. La notation FUNSSXX signifie
que l'algorithme FUNSS a été paramétré avec une barre de rappel désiré
pour la classe positive a atteindre de XX %. Les autres parameétres sont les
mémes que ceux utilisés pour la figure 5.4.

Ces résultats montrent qu’aucun algorithme n’est supérieur aux autres sur
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Algorithme R classe R classe P classe Correction Temps Indice

positive négative positive  globale (s) temps
RF 02,1 98,9 83,2 94,3 828 1
BRF 71,6 96,4 68,6 94,0 1782 2,2
SMOTE900 78,4 93,8 57,6 92,3 6528 7,9
FUNSS70 70,1 96,3 67,2 93,8 2077 2,5
FUNSS80 79,6 92,1 52,0 90,9 2406 2,9
FUNSS90 88,0 85,5 39,6 85,7 2251 2,7

TAB. 5.2 — Résultats (en %) de différents algorithmes obtenus en validation
croisée (5 subdivisions) sur le jeu Satimage.(R : Rappel; P : Précision)

I’ensemble des critéres retenus. Cependant différentes remarques a propos des
résultats de l'algorithme FUNSS peuvent étre faites :

1. FUNSS montre la possibilité d’apprendre de maniére correcte une mo-
dalité minoritaire sans modifier a priori la distribution des effectifs selon
la variable endogéne.

2. Ses temps de calcul sont sensiblement inférieurs & une technique avancée
telle que SMOTE, méme si cela ne rentre pas dans nos objectifs.

3. Le rappel de la classe positive obtenu en validation croisée est en adé-
quation directe avec le souhait émis par I'utilisateur via son paramé-
trage, ce qui évite de procéder a plusieurs itérations d’apprentissage
pour obtenir le type de performances voulues.

5.4 LARSS : vers une adaptation localisée

5.4.1 Adaptations

Dans notre présentation de FUNSS, le but était de construire des clas-
sifieurs de base (1) soit spécialisés vers des performances de rappel élevé
pour la classe minoritaire, (2) soit vers des performances de précision élevée
pour cette méme classe. Dans ce but, les individus de la classe minoritaire
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étaient utilisés lors de ’échantillonnage (1) soit tous comme des poles répul-
sifs lors qu’ils servaient de référent pour le choix de I'individu majoritaire a
conserver, (2) soit tous comme des poles attractifs. Ensuite la composition
du bagging entre les classifieurs de base de chaque type évoluait pour obtenir
les performances attendues par ['utilisateur.

Nous présentons ici une évolution de I’approche FUNSS, nommée LARSS
(Local Attraction/Repulsion Sampling Strategy). Le but n’est plus d’obtenir
une performance souhaitée par 'utilisateur a priori, mais d’optimiser par
échantillonnage I'information exploitable du jeu d’apprentissage initial. Ce
que nous entendons par optimisation de l'information exploitable, est 1’ob-
tention simultanée d’une précision élevée dans les régions de 1’espace de re-
présentation ou les individus positifs sont facilement trouvés, et un rappel
élevé dans les régions ou les erreurs sur la classe minoritaire sont fréquents.

Cette adaptation tente d’intégrer la problématique de variabilité intra-
classe, dans la technique d’échantillonnage proposée. Pour ce faire la propriété
de polarité attractive ou répulsive lors du choix d’un individu négatif dans
I’échantillonnage n’est plus globale a I’ensemble des individus positifs mais
devient propre a chacun d’entre eux sous la forme d’un coefficient d’attrac-
tion a;. Celui-ci est positif lorsqu’on cherche des individus négatifs proches
(pole d’attraction) et négatif dans le cas contraire (pole répulsif), il est égale-
ment borné entre [—¢; g] o ¢ est un paramétre utilisateur. Pour assurer une
meilleure cohérence dans le choix des individus négatifs, trois référents de la
classe minoritaire sont tirés au sort a la place d'un seul dans I’échantillonnage

FUNSS.

Le choix d’un individu négatif parmi k concurrents tirés au sort peut se
formaliser ainsi :
Soit wy, i € {1;2;3}, 1 individu parmi 3 référents de la classe minoritaire ;
a;, le coefficient d’attraction de I'individu w; ;
w;,J € {1;...;k}, 1 individu parmi k concurrents de la classe majoritaire ;
d(w;,w;), la somme sur toutes les variables exogénes des rangs de classement
de w; parmi les k concurrents, du plus proche au plus éloigné de w ;
F(wj), la fonction d’évaluation d’un individu de la classe majoritaire ;
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Bootstra Si a=NbArbresTotal Pour chague individu positif
| f P Construction Evaluation d de _OOBS : )
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e avec remise Echantillon
(n fois} FUNSS
Individu negatif
Jeu de %9
données pour I'arbre
initial aléatoire a

(n individus)

Tirage de k-1

autres individus
négatifs et de 3
individus
positifs

Sélection de

voir critére de
sélection

I'individu négatif :

Echantillon OQut

of Bag
00B,

F1G. 5.5 — Principe de construction d’une forét aléatoire utilisant I’échan-

tillonnage LARSS.




5.4. LARSS : VERS UNE ADAPTATION LOCALISEE 87
J, I'indice de 'individu de la classe majoritaire sélectionné.

La sélection est alors :
J = j|F(w;) = min?_, (F(w;)), avec F(w;) = SO i x d(wi, w;).

Dans le cas ot plusieurs individus négatifs répondent au critére de sélec-
tion, un tirage aléatoire parmi eux est effectué. Initialement tous les coeffi-
cients d’attraction sont nuls. Ils évoluent a chaque fois que I'individu concerné
fait parti de ’échantillon out-of-bag : I'individu est testé a travers ’arbre
construit, s’il est correctement classé, son coefficient «; est augmenté d’une
unité (on renforce son effet d’attraction), s’il est mal classé, son «; est dimi-
nué d’une unité (on renforce son effet de répulsion), sous réserve de ne pas
dépasser les bornes. Une vision générale du processus de LARSS est donnée
en figure 5.5, un exemple de sélection d’un individu de la classe majoritaire
est présenté en figure 5.6.

5.4.2 Expérimentations

La figure 5.7 repose exactement sur le méme principe et les mémes pa-
ramétrages que la figure 5.3 (voir section 5.3.2). Elle permet de visualiser
dans un plan de projection, formé des 2 premiers axes issus d'une analyse
par composante principale, les individus de différents échantillonnage opérés
sur le jeu de données Satimage. En (A) on retrouve un bootstrap classique
et en (B) I’échantillon réalisé pour le 50 arbre d’une forét aléatoire construit
sur le principe LARSS.

Contrairement a l'expérimentation équivalente sur FUNSS, on observe
quasiment aucune différence entre les 2 échantillons, que ce soit sur la tota-
lité de plan ou sur ’agrandissement en zone "mixte". Des différences existent,
puisque les performances d’apprentissage changent (voir ci-aprés), mais celles-
ci doivent étre suffisamment bien réparties et diverses sur I’ensemble de I'es-
pace de représentation pour disparaitre lors de la projection en 2 dimensions.
Les arbres ne se spécialisent pas alternativement sur le taux de rappel ou le
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R1 R2 et R3 sont les trois réfé-
rents de la classe minoritaire bleu
tirés au sort.

Nous sommes au 10e arbre :

R1 a été 3 fois "Out-of-bag" lors
des arbres précédents, mal classé
3 fois.

ARl — -3

R2, 2 fois Out-of-bag, mal classé
2 fois.

AR2 = —2

R3, 4 fois Out-of-bag, bien classé
3 fois.

R3 = 2

Va

0

O o
O 6 "0
® O
O ©
000 O
063 0
0 0
0

Q@

A B et C sont 3 concurrents tirés au sort de la classe majoritaire.

d(A,R1)=2+1=3
d(A,R2) =2+2=4
d(A,R3) =2+2=4

F(A) = (—=3x3)+(—2x4)+ (2x4) = -9

L’individu B est sélectionné.

d(B,R1)=3+2=75
d(B,R2) =3+1=
d(B,R3)=1+3=4
F(B)=(-3x5)+(-2x4)+ (2x4) =-15
d(C,R1)=1+3=4
d(C,R2) =1+3=4
d(C,R3) =3+1=4
F(C) = (=3x4)+ (=2 x4) + (2 x 4) = —12

FiGg. 5.6 — Exemple de sélection d’un individu de la classe majoritaire lors

d’un échantillonnage LARSS.
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| » classe négative a classe positive |

F1G. 5.7 — Visualisation dans le plan formé par les 2 premiers axes ACP de 2
échantillons issus du jeu Satimage : (A) Bootstrap, (B) FUNSS localisé (50°
arbre).
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taux de précision de la classe minoritaire, mais évoluent dans leur globalité.

Les tables 5.3 et 5.4 présentent les résultats des tests réalisés en validation
croisée de 5 subdivisions, respectivement sur les jeux de données Satimage
et MammoClusters dont les compositions sont détaillées en table 5.1. Le
jeu MammoClusters est issu des bases de données de la société Fenics pour
la mise au point des modéles de détection des cancers de type foyers de
microcalcifications. Ce dernier a cependant été réduit en terme d’individus et
de variables exogénes, les résultats n’illustrent donc en rien les performances
du produit Fenics.

Algorithme R classe R classe P classe Correction
positive négative positive globale
Forét aléatoire 52,1 98,9 83,2 94,3
LARSS 45,1 99,5 90,1 94,2
Forét aléatoire Opt-R70 69,7 96,0 66,8 93,4
Balanced Random Forest 71,6 96,4 68,6 94,0
LARSS Opt-R70 69,8 97,4 72,1 94,7
Forét aléatoire Opt-R80 80,8 93,7 56,2 92,3
SMOTE900 78,4 93,8 57,6 92,3
LARSS Opt-R80 81,0 94,2 59,5 92,9
Forét aléatoire Opt-R90 89,8 88,1 45,4 88,2
LARSS Opt-R90 89,8 90,2 49,5 90,2

TAB. 5.3 — Résultats (en %) de différents algorithmes obtenus en validation
croisée (5 subdivisions) sur le jeu Satimage.(R : Rappel; P : Précision)

Les foréts aléatoires baties sur le principe LARSS sont principalement
comparées aux foréts aléatoires classiques et aux foréts aléatoires construites
a partir de bootstraps équilibrés (BRF). Les algorithmes présentant la no-
tation "Opt-RXX" utilisent I’optimisation des vecteurs de votes d’une forét,
qui dans un cas a 2 classes, consiste a faire varier le nombre de votes positifs
a obtenir pour classer un individu comme positif. Cela permet de choisir le
type de performance voulu entre taux de rappel et taux de précision de la
classe minoritaire. Tous les détails de ce procédé sont présentés en section
7.3. La notation "Opt-RXX" signifie que le seuil sur les votes a été fixé pour
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obtenir un taux de rappel de la classe minoritaire au plus proche possible de
"XX%". Les foréts utilisées sont constituées de 50 arbres, 6 et 20 variables
exogenes sont tirées au sort lors de la randomisation respectivement pour
le jeu Satimage et le jeu MammoClusters. LARSS est paramétré avec des
groupes de 10 individus négatifs concurrents et des coefficients d’attraction
définis sur [—5; 5].

Algorithme R classe R classe P classe Correction
positive négative positive globale
Forét aléatoire 74,2 95,4 87,2 89,1
Balanced Random Forest 81,4 92,2 81,6 89,0
LARSS 75,0 95,6 87,9 89,5
Forét aléatoire Opt-R80 80,1 92,2 81,5 88,5
BRF Opt-R80 79,0 93,8 84,4 89,3
LARSS Opt-R80 80,1 94,0 84,9 89,9
Forét aléatoire Opt-R90 90,1 82,3 68,5 84,6
BRF Opt-R90 90,1 82,8 68,7 84,9
LARSS Opt-R90 90,2 83,5 69,7 85,5

TAB. 5.4 — Résultats (en %) de différents algorithmes obtenus en validation
croisée (5 subdivisions) sur le jeu MammoClusters.(R : Rappel ; P : Précision)

On remarque qu’en conservant une régle de vote a la majorité lors de
I’agrégation, LARSS obtient des taux de rappel de la classe minoritaire in-
férieurs & une BRF, mais avec un taux de correction globale supérieur. On
notera par contre qu’a taux de rappel équivalent pour la classe minoritaire,
les foréts aléatoires construites a I’aide de LARSS obtiennent de meilleures
performances sur ’ensemble des autres indicateurs.

5.5 Conclusion

Nous avons vu dans ce chapitre que I'une des méthodes les plus utilisées
pour palier les problémes générés par le déséquilibre est I’échantillonnage.
Les techniques usuelles ont pour but de rééquilibrer les effectifs entre chaque
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classe pour ensuite appliquer un apprentissage supervisé classique. Pour ce
faire :

1. soit ces derniéres sur-échantillonnent la classe minoritaire, de maniére
aléatoire ou en créant des individus synthétiques pour éviter le sur-
apprentissage.

2. soit celles-ci sous-échantillonnent la ou les classes majoritaires, de ma-
niére aléatoire ou guidée. Cependant le sous-échantillonnage est rapide-
ment limité lorsque le déséquilibre est de plus en plus marqué, car dans
ces situations extrémes il entraine une trop grande perte d’informations.

Il est parfois difficile de se prononcer sur le choix entre une technique de sur
ou de sous échantillonnage pour un probléme de déséquilibre donné. De plus
ces méthodes tentent de se ramener vers un cas "classique" équilibré et ne
prennent pas en considération les besoins spécifiques en terme de performance
souvent liés a la nature méme du déséquilibre.

Les nouvelles méthodes d’échantillonnage que nous proposons, FUNSS
(Fitting User Needs Sampling Strategy) et LARSS (Local Attraction/Repulsion
Sampling Strategy), tente de tirer partie des propriétés des méthodes en-
semble, et plus précisément du bagging, pour apporter une alternative sur
ces deux points. Tout d’abord FUNSS et LARSS ne changent pas a priori la
distribution des classes, puisqu’elles respectent la composition proposée par
un bootstrap. FUNSS et LARSS s’adaptent de cette maniére & n’importe
quel déséquilibre, que celui-ci soit marqué ou non. FUNSS guide la sélection
des individus de la classe majoritaire en utilisant des propriétés de voisinage
pour permettre un apprentissage correct malgré le déséquilibre. Ce procédé
permet également d’orienter le modéle vers un type de performances souhai-
tées, et combiné aux foréts aléatoires, de respecter les besoins de 'utilisateur.

Les tests réalisés montrent que remplacer le bootstrap classique par la
méthode LARSS, lors de la construction d’une forét aléatoire, permet d’ob-
tenir des performances supérieures dans une situation de déséquilibre. LARSS
obtient également de meilleurs résultats que d’autres méthodes d’échantillon-
nage comme les BRF ou encore SMOTE.
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[’apprentissage supervisé a pour base de travail un tableau individus/valeurs.
C’est, pourquoi aprés avoir présenté dans ce chapitre les méthodes existantes
et nos contributions touchant a la sélection des individus, pour répondre a
notre problématique, nous allons voir dans le chapitre suivant celles touchant
aux valeurs, et donc a l’espace de représentation.
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Chapitre 6

Espace de représentation

6.1 Introduction

Apreés avoir vu comment il est possible de jouer sur ’espace des individus
en modifiant ’échantillonnage pour I'adapter aux problématiques des jeux de
données déséquilibrées, nous nous intéressons dans ce chapitre a 1’espace de
représentation. La qualité d'un apprentissage est entre autres choses liée a la
présence de variables discriminantes. Or, dans le cas d’une qualité d’appren-
tissage insuffisante, il est nécessaire de trouver un moyen qui, a partir de I'in-
formation disponible, permet de re-décrire les données d’entrée du probléme
d’apprentissage considéré en obtenant de nouvelles variables discriminantes.
Les méthodes de construction de variables résolvent ce probléme.

La construction de variables permet la création de nouvelles variables
synthétiques. Ces variables synthétiques sont issues de la découverte de re-
lations entre variables initiales. Les méthodes de construction de variables
entrainent une augmentation de la taille de I'espace de représentation des
données, dans la mesure ou de nouvelles variables sont construites. Cepen-
dant, aucune information extérieure aux données initiales n’est ajoutée lors
du processus de construction. Plusieurs auteurs ont défini la construction de
variable selon leur point de vue, citons entre autres :

95
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— Murphy, pour qui il s’agit de toute forme d’induction générant de nou-
velles descriptions non présentées dans les données d’entrées initiales
|[MP91].

— Mitchell, qui I'a définie comme le procédé d’accroissement de I'espace
de représentation, basé sur les connaissances du domaine [Mit97].

— Rendell, qui I’énonce comme la création de concepts utiles n’existant
pas dans la description initiale des données |[Ren88|.

Apreés le rappel des principales méthodes existantes pour la construction
de variables, nous proposerons dans ce chapitre une nouvelle méthode de
construction de variables nommée FuFeFa (Fuzzy Feature Factory). Celle-ci
tente de construire des variables spécifiques a la discrimination d’individus
au sein de jeux de données déséquilibrées en s’appuyant sur la découverte de
régles d’association prédictives.

6.2 Etat de Part

6.2.1 Taxonomie

Il existe différentes taxonomies des méthodes de construction de variables.
Pour présenter celles-ci, nous utiliserons la classification en quatre groupes
proposée par Legrand |Leg04], elle-méme basée sur les taxonomies de Bloe-
dern [BM98| et Fawcett [Faw93]. Ces quatres catégories sont :

1. Les méthodes de construction par analyse topologique des arbres.
2. Les méthodes de construction par analyse et exploration des données.

3. Les méthodes de construction basée sur 1’utilisation des connaissances
du domaine ou d’un expert.

4. Les méthodes multi-stratégiques.

La table 6.1 synthétise cette classification. Cette liste n’est pas exhaustive
et a pour but de présenter les différents grands types de méthodes.
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topologie exploration connaissances multi-
des arbres des données du domaine stratégiques

FRINGE [Pag89] BACON [LBS83] MIRO [DRC89] INDUCE-1 [ML77]
CITRE [Mat90] STAGGER [SGS6]
FCE [Car92]

TAB. 6.1 — Classification des méthodes de construction de variables.

6.2.2 Meéthodes par analyse topologique des arbres

Les méthodes de ce type déterminent de nouvelles variables par analyse

des régles issues d’arbres d’induction. Nous illustrons ce type d’analyse par
deux méthodes : CITRE [Mat90| et FRINGE [Pag89].

CITRE est un systéme basé sur les arbres de décision. Il effectue de la
construction de variables en sélectionnant des relations dans les branches d’un
arbre d’induction. Un arbre est construit. CITRE sélectionne des paires de
relations booléennes a partir des noeuds des branches de ’arbre, comme par
exemple la relation booléenne : couleur="rouge’ et taille="grand’ ou couleur
et taille sont deux variables initiales. La sélection des relations booléennes se
fait grace a I'une des méthodes suivantes :

— Root : Sélection des relations dans les deux premiers noeuds de chaque

branche.

— Fringe : Sélection des relations dans les deux derniers noeuds de chaque

branche.

— Adjacente : Toutes les paires adjacentes le long de chaque branche.

— All : Toutes les combinaisons de paires de variables le long de chaque

branche.

A partir de ces relations booléennes, CITRE forme de nouvelles variables
booléennes : pour l'exemple précédent, la variable créée sera de la forme
suivante : si un individu posséde a la fois la modalité rouge’ pour la variable
couleur et la modalité ’grand’ pour la variable taille alors la valeur de la
nouvelle variable pour cet individu sera 1, sinon 0.
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FRINGE s’applique initialement sur des problémes a deux classes avec
des variables exogénes booléennes. Cependant, la présence de variables quali-
tatives ne pose pas de probléme. En effet, ces derniéres subissent alors un co-
dage disjonctif complet. I.’algorithme initial construit de nouvelles variables
constituées de conjonctions de propositions des deux derniers noeuds pré-
cédant les feuilles, menant & une conclusion positive, c’est-a-dire visant la
classe d’intérét. Plusieurs raisons expliquent le choix de cette stratégie :

— Les noeuds terminaux (feuilles) sont moins strs, puisqu’ils couvrent

trés peu d’individus.

— La répétition de séquences de sous-arbres a lieu, le plus souvent, dans

la partie basse du modéle.

D’autres études ont permis, par la suite, d’enrichir la liste des formes
détectées avec le systéme FRINGE. Les travaux [YBR91] ont permis d’y
ajouter les disjonctions, et les travaux [OV93], la forme XOR. L’algorithme de
base ne change pas, ces perfectionnements touchant uniquement au pouvoir
de représentation des nouvelles variables construites.

6.2.3 Meéthodes par analyse et exploration des données

Ces méthodes analysent et explorent les données, les relations existantes
entre variables exogénes, individus, et variable endogéne afin de déterminer
de nouvelles variables. Il existe de nombreuses méthodes de ce type. Nous ne
citerons qu’un petit nombre de ces méthodes.

Tout d’abord l'algorithme STAGGER génére de nouvelles variables a
'aide de combinaisons booléennes de variables numériques [SG86|. Les tra-
vaux qui ont suivi, [Sch87| y ont ajouté le partitionnement de variables nu-
meériques. Les nouvelles variables sont formées en appliquant les opérateurs
booléens ET, OU et NON aux variables existantes selon un procédé composé
de plusieurs heuristiques. Ainsi, STAGGER peut apprendre des combinaisons
linéaires de variables.

La méthode BACON base pour sa part sa procédure de construction sur
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les interdépendances existantes entre les variables numériques [LBS83|.

Enfin FCE prend comme point de départ un ensemble d’espaces de repré-
sentation chacun composé par un tirage aléatoire sur les variables exogénes.
Puis il génére un nouvel espace de représentation par produit des espaces
générés : sa taille est donc supérieure a celle des espaces initiaux [Car92].

6.2.4 Meéthodes basée sur 1’utilisation des connaissances
du domaine

Ces méthodes utilisent les connaissances du domaine ou les connaissances
fournies par un expert dans le but de construire de nouvelles variables. Citons
par exemple la méthode MIRO qui utilise les connaissances du domaine sous
la forme d’un ensemble de régles spécifiées par un expert afin de construire
de nouvelles variables. Celles-ci sont binaires, un individu prend la valeur 1
s'il respecte la régle, 0 sinon [DRC89.

6.2.5 Méthodes multi-stratégiques

L’approche multi-stratégique est une des méthodologies les plus impor-
tantes en construction de variables. Elle consiste souvent en I'emploi simul-
tané de méthodes de différents types parmi ceux précédemment cités. Il existe
cependant des méthodes proprement multi-stratégiques comme 1’algorithme
INDUCE-1 [ML77].

INDUCE-1 est une méthode dirigée a la fois par les données et par
les connaissances du domaine. Elle utilise une variété de regles et de pro-
cédures pour générer de nouvelles variables, nommées méta-variables. Ceci
s’effectue grace a une description structurelle des exemples d’apprentissage,
qui correspond a la partie dirigée par les connaissances du domaine, asso-
ciée A la détermination des dépendances qualitatives entre les variables, qui
correspond a la partie dirigée par les données.
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6.3 FuFeFa : Fuzzy Feature Factory

Notre méthode, nommée FuFeFa pour "Fuzzy Feature Factory"', se rap-
proche des méthodes de construction de variables par analyse de la topologie
des arbres, méme si celle-ci n’analyse pas des branches d’arbres ou des noeuds,
mais se base sur la découverte de régles d’association prédictives. Le but de
cette méthode est de construire de nouvelles variables discriminantes spéci-
fiques & la nature déséquilibrée du jeu de données d’apprentissage. En effet
nous prenons comme hypothése que lorsqu’un jeu de données est déséquili-
bré, il existe (1) de large plage de I'espace de représentation ne contenant
quasiment aucun individu positif (c’est-a-dire de la classe minoritaire), mais
également (2) des sous-espaces plus étroits denses en individus positifs.

Le principe de FuFeFa est de découvrir ces sous-espaces a 'aide de régles
d’association prédictives, puis de les traduire en nouvelles variables pour
I’apprentissage. FuFeFa se décompose en trois étapes détaillées ci-apres :

1. Découverte de régles d’association prédictives pour chaque classe.
2. Relachement des bornes de chaque item de chaque régle.

3. Création d’une nouvelle variable par régle découverte.

6.3.1 Reégles d’association

Les régles d’associations [HHM66, AIS93| sont utilisées pour la découverte
d’informations. Elles se présentent sous la forme si Antécédent alors Consé-
quent ou antécédent et conséquent sont des propositions logiques composées
d’items. Prenons par exemple la régle d’association illustrative suivante :

st aire<20 et périmetre>35 alors etirement="fort’

'Le terme "Fuzzy" n’a ici aucun lien avec la "Fuzzy Logic" ou logique floue, mais ce
rapporte au principe de relachement des bornes décrit en 6.3.2
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Ici, aire, périmeétre et étirement sont trois variables. L’antécédent de la régle
se compose de deux items. Le conséquent d’un seul item. Chaque item se
décompose en une variable, un opérateur logique binaire (ici, '<’,)>""="), et
soit, une borne lorsqu’il s’agit d’une variable quantitative, soit une modalité
lorsqu’il s’agit d’'une variable qualitative.

Deux principales mesures caractérisent une régle d’association : le support
et la confiance.
Soit n Deffectif total d’une population d’apprentissage €2,,.
Soit n4 le nombre d’individus satisfaisants I’antécédent de la regle.
Soit n 4o le nombre d’individus satisfaisant ’antécédent et le conséquent de
la regle.
Le support et la confiance sont définies par :

na

support = —

n
. nac
confiance = —
na

On peut donc assimiler la confiance au taux de vérification de la régle créée
et le support au nombre d’individus concernés par la régle.

Dans le cadre de la méthode FuFeFa, les régles d’association utilisées
sont des régles d’association prédictives. Les régles d’association prédictives
IBWY98| ont comme particularité d’avoir comme conséquent un unique item
portant sur la variable endogéne. Elles permettent donc une classification
directe des individus sous réserve de faire partie du support de la régle.
Notons que I’algorithme FuFeFa ne travaillera que sur les variables exogénes
quantitatives pour les antécédents, car il a été créé en premier lieu pour des
jeux de données issu de I'imagerie ou la totalité des variables exogénes sont
quantitatives.

L’algorithme de découverte des régles d’association prédictives utilisé par
FuFeFa a été mis au point par la société Fenics et ne sera pas détaillé. Ce
dernier est optimisé pour les problémes a grande dimensionnalité. Il est pa-
ramétré de maniére a obtenir des régles conjonctives visant chaque classe de
la variable endogéne, avec des supports et des confiances élevées vis-a-vis des
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effectifs et des fréquences de chaque classe (voir expérimentations en 6.4).

6.3.2 Relachement des bornes des items

Soit [ un item d’un antécédent de I'une des régles découvertes. I est défini
par X une variable exogéne, > un opérateur binaire, et b une valeur de borne.
On associe a I une fonction de satisfaction des individus f;(w;) ot fr(w;) =1
si 'individu w; satisfait I'item I, et f;(w;) = 0 dans le cas contraire. On note
ns le nombre d’individus pour lesquels f;(w;) = 1. La figure 6.1 illustre ces

notions.
A [ Distribution N
| )
des individus || fifuy) :
|
[
I | 1
| |
| |
|
|
————————————— Lo
m I
/ |
| :
Variable X
I -

b

F1G. 6.1 — Réponse de satisfaction a un item [ et distribution des individus
selon une variable quantitative X;

Le but de I'étape de relachement des bornes est de transformer f;(w;) qui
présente une discontinuité en b, en une fonction continue g;(w;) prenant en
considération la proximité (intérieure ou extérieure) a la borne. Pour ce faire,
I'utilisateur détermine deux parameétres, t;,; et t..:, respectivement taux d’in-
tériorisation et d’extériorisation. Cela permet de déterminer deux nouvelles
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bornes b;,; et b.,; respectant :
Le nombre d’individus prenant leur valeur sur X; entre b et b;,, et ayant
fr(wi) =1 est égal & ny X tiy.
Le nombre d’individus prenant leur valeur sur X; entre b et 0., et ayant
fr(wi) =0 est égal & ny X te.

La discontinuité de f; en b est alors remplacée par le segment [(bint, 1); (bext, 0)]
pour obtenir g;. La figure 6.2 présente un exemple de fonction g;.

A Distribution A :
des individus

.Y

11 Xty

et :
Variable X
L

bax! b bjm’

o

7

F1G. 6.2 — Fonction g;(w;) associée & un item I et distribution des individus
selon une variable quantitative X

6.3.3 Création des variables et utilisation en forét aléa-
toire

Pour chaque régle d’association prédictive découverte, une variable est
construite comme suit :
Soit R une régle découverte dont I’antécédent est une conjonction de k items
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In, h € {1;..; k}.
Soit Xp la variable associée & R et Xg(w;) la valeur de I'individu w; selon
cette variable.

h=k
Xr(w) = [[ g (@)
h=1

La variable construite est le produit des fonctions de satisfaction aux bornes
relachées des différents items de 'antécédent de la régle d’association prédic-
tive.

Pour illustrer et expérimenter notre méthode, nous allons choisi de 1'uti-
liser avec des foréts aléatoires. Celle-ci ne jouant que sur ’espace de repré-
sentation, elle peut s’utiliser conjointement avec n’importe quelle méthode
d’apprentissage de classes. Un apprentissage par forét aléatoire utilisant la
méthode de création de variables FuFeFa (noté FFFRF pour FuFeFa Random
Forest) se décompose en trois étapes :

1. Découverte de regles d’association prédictives visant tour a tour chaque
classe de la variable endogéne et respectant les contraintes de support
et de confiance fixées par 'utilisateur.

2. Création d’une nouvelle variable par régle découverte.

3. Apprentissage par forét aléatoire sur le nouvel espace de représentation
composé des variables initiales et des variables construites par FuFeFa.

6.4 Expérimentations

Les tests présentés dans cette section ont été réalisés sur le jeu de données
Satimage [HB99| déja présenté en 5.3.2 et le jeu de données MammoMasses
issu des bases de données de la société Fenics, mais fortement diminué en
nombre d’individus et en nombre de variables pour éviter tout lien entre
les résultats présentés et les performances des systémes d’aide au diagnos-
tic Fenics. Le jeu MammoMasses comporte 15278 individus étiquetés selon
deux classes : "cancer" (429 individus) et "non cancer" (14849 individus). La
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classe minoritaire, labelisée "cancer", représente 2,8% du jeu total, il s’agit
d’un déséquilibré trés élevé. Chaque individu est caractérisé par 941 variables
exogenes. Les tests ont été réalisés en validation croisée de 5 subdivisions,
les foréts sont composées de 50 arbres et respectivement 6 et 31 variables en
randomisation pour les jeux Satimage et MammoMasses.

Le paramétrage d’'une FFFREF est peu intuitif et se décompose en deux
parties. Tout d’abord les paramétres consernant la découverte des régles d’as-
sociation prédictives envers chaque classe : notre but étant de découvrir soit
(1) de larges régions de I'espace de représentation ne contenant quasiment au-
cun individu positif (c’est-a-dire de la classe minoritaire), soit (2) des régions
plus étroites denses en individus positifs (voir 6.3), les régles représentant
ces régions doivent respecter des supports et des confiances minimaux. Cela
permet également de s’assurer de la qualité en généralisation des régles, mais
nécessite de la part de 'utilisateur une phase de vérification de faisabilité de
découverte de régles en fonction des contraintes de support et de confiance
qu’il fixe. Ensuite, les autres paramétres consernent 1’étape de relachement
des bornes, il s’agit des taux d’intériorisation et d’extériorisation. Si ceux-ci
sont trop petits, trés peu d’individus prendront des valeurs strictement entre
0 et 1 sur la variable construite, celle-ci perdant alors de son intérét. Si au
contraire ils sont trop grands, la notion de borne intéressante s’efface au pro-
fit d’un classement sur la variable considérée. Le paramétrage utilisé pour les
expérimentations est détaillé en table 6.2 et résulte de tests préalables. On
notera que tous les supports minimaux utilisés représentent 20% de 'effectif
de la classe visée par les régles.

Les tables 6.3 et 6.4 présentent les résultats obtenus sur chacun des
deux jeux de données par des foréts aléatoires soit classiques, soit utilisant
la construction de variable FuFeFa. De la méme maniére qu'en 5.4.2, les
algorithmes présentant la notation "Opt-RXX" utilisent 'optimisation des
vecteurs de votes d’'une forét. Rappelons que dans un cas a 2 classes, cela
consiste a faire varier le nombre de votes a obtenir pour classer un individu
comme appartenant a la classe minoritaire. Cela permet de choisir le type
de performance voulu entre taux de rappel et taux de précision de la classe
minoritaire. Tous les détails de ce procédé sont présentés en section 7.3. La
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Paramétre Test Satimage Test MammoMasses
Reégles visant la
classe majoritaire :

Support minimal 0,18 0,19
Confiance minimale 0,95 0,99
Nombre d’items maximal 4 4

Reégles visant la
classe minoritaire :

Support minimal 0,02 0,005
Confiance minimale 0,6 0,5
Nombre d’items maximal 4 4
Taux d’intériorisation 0,3 0,3
Taux d’extériorisation 0,3 0,3

TAB. 6.2 — Paramétres utilisés

notation "Opt-RXX" signifie que le seuil sur les votes a été fixé pour obtenir
un taux de rappel de la classe minoritaire au plus proche possible de "XX%".

Pour le test sur le jeu Satimage, selon les subdivisions de la validation
croisée et selon la classe visée, entre 5 et 6 régles d’association prédictives ont
été découvertes. Cela signifie qu’entre 10 et 12 variables construites se sont
ajoutées aux variables initiales pour la construction des FFFRF. Dans le cas
du jeu MammoMasses, entre 7 et 8 régles ont été trouvées par subdivision et
par classe, d’ou I’ajout d’entre 14 et 16 variables.

Les résultats sur le jeu Satimage montrent un gain nul ou faible en terme
de performance. Par contre sur le jeu MammoMasses, présentant un déséqui-
libre beaucoup plus marqué (classe minoritaire de 2,8% de Peffectif global),
I’amélioration est notable. En particulier, on remarque que pour des foréts
optimisées de maniére a obtenir des taux de rappel élevés pour la classe mi-
noritaire, les FFFRF se comportent mieux que les foréts aléatoires classiques.
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Algorithme R classe R classe P classe  Correction
minoritaire majoritaire minoritaire  globale
Forét aléatoire 52,1 98,9 83,2 94,3
FFFRF 52,7 98,8 83,0 94,3
Forét aléatoire Opt-R70 69,7 96,0 66,8 93,4
FFFRF Opt-R70 70,5 95,9 67,0 93,4
Forét aléatoire Opt-R80 80,8 93,7 56,2 92,3
FFFRF Opt-R80 80,7 94,0 56,8 92,6
Forét aléatoire Opt-R90 89,8 88,1 45,4 88,2
FFFRF Opt-R90 90,8 88,0 45,5 88,3

TAB. 6.3 — Résultats (en %) de différentes foréts aléatoires obtenus en valida-
tion croisée (5 subdivisions) sur le jeu Satimage.(R : Rappel; P : Précision)

6.5 Conclusion

Ce chapitre nous a permis d’appréhender différentes méthodes d’enri-
chissement de l'espace de représentation. Ces méthodes de construction de
variables vont de ’analyse topologique d’arbres a 1'utilisation de techniques
d’exploration des données en passant par la traduction de connaissances d’ex-
pert. Ces différentes méthodes peuvent bien sir étre utilisées conjointement.
Cependant aucune n’est spécifique a la problématique des jeux de données
déséquilibrées.

C’est pourquoi nous avons proposé la méthode FuFeFa (Fuzzy Feature
Factory). En partant de 'hypothése que lorsqu’un jeu de données est dés-
équilibré, il existe de vastes sous-espaces vides, ou presque vides, d’indivi-
dus de la classe minoritaire, et dans le méme temps des sous-espaces plus
restreints, mais denses en individus de la classe minoritaire (assimilable en
partie a des sous concepts de la variable endogéne), nous pensons qu’intégrer
sous forme de variables exogénes une notion de proximité ou d’éloignement
a ces localités peut aider a améliorer I'apprentissage.

Pour réaliser ceci, FuFeFa se compose de trois étapes :
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Algorithme R classe R classe P classe  Correction
minoritaire majoritaire minoritaire  globale
Forét aléatoire 22,3 99,8 84,2 97,7
FFFRF 26,6 99,8 83,9 97,8
Forét aléatoire Opt-R50 50,1 98,5 50,2 97,1
FFFRF Opt-R50 50,1 98,7 51,3 97,3
Forét aléatoire Opt-R70 70,5 94,1 25,3 93,4
FFFRF Opt-R70 71,0 94,4 27,5 93,7
Forét aléatoire Opt-R90 91,8 61,6 6,8 66,4
FFFRF Opt-R90 92,9 69,4 11,4 70,1

TAB. 6.4 — Résultats (en %) de différentes foréts aléatoires obtenus en va-
lidation croisée (5 subdivisions) sur le jeu MammoMasses.(R : Rappel; P :
Précision)

1. Découverte des sous espaces particuliers a 'aide de régles d’association
prédictives.

2. Traduction de la notion de proximité par relachement puis produit des
valeurs des bornes des items des régles découvertes.

3. Ajout a I’espace de représentation d’une nouvelle variable par régle aux
bornes relachées.

Les tests réalisés nous poussent a poser I’hypothése que la méthode trouve
un intérét certain lorsque le déséquilibre est important. Sinon I'information
ajoutée est trouvée directement par l’algorithme d’apprentissage dans les
variables initiales. Celle-ci reste a étre confirmée par un futur plan de tests.

La principale difficulté de cette méthode réside dans la découverte des
régles d’association prédictives respectant les contraintes fortes en support
et en confiance traduisant nos hypothéses. Nous travaillons actuellement sur
une nouvelle adaptation de notre technique, plus proche encore des méthodes
par analyse topologique des arbres et davantage intégrée a la construction
d’une forét aléatoire, qui tend a résoudre ce point. Trés sommairement, cette
technique nommée G2S (pour Gradual Shaping Space) modifie la construc-
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tion d’une forét aléatoire comme suit :
1. Counstruction d’un arbre.

2. Sélection des "meilleures" feuilles en terme de support et de confiance
par classe.

3. Traduction des branches amenant a ces feuilles sous forme de régles
d’association prédictives.

4. Transformation de ces régles en variables, de la méme maniére que
FuFeFa.

5. Ajout a I'espace de représentation et construction de I’arbre suivant.

L’étape de sélection de feuilles, voire de portion de branches, est trés impor-
tante et nécessite d’étre appronfondie.

Notons enfin que nous utilisons aussi FuFeFa pour réduire la dimension-
nalité de l'espace de représentation. Il s’agit simplement de construire les
variables issues de FuFeFa et de limiter I'espace de représentation unique-
ment a ces variables construites. Les premiers tests réalisés en apprentissage
sur cet espace réduit montrent en moyenne des pertes de taux de correction
globale inférieures a 1%. La réduction d’espace de représentation peut étre
intéressante pour la construction de graphes de voisinage et la recherche de
similarités.

Nous avons vu en chapitre 5 les modifications possibles sur I'espace des
individus, et dans ce chapitre, celles sur l'espace de représentation, pour
répondre & notre double objectif d’apprentissage sur des jeux déséquilibrés
et d’obtention de performances en adéquation avec les besoins de I'utilisa-
teur. Le chapitre suivant touche a la derniére étape de la construction d’une
méthode ensemble (voir chapitre 3.6), a savoir l’agrégation des classifieurs
de base, cette étape impactant directement le type de performance obtenu.
C’est, pourquoi nous proposons de modifier et d’optimiser cette étape. Cette
optimisation nécessite la définition d’une nouvelle mesure de performance
intégrant les besoins de 'utilisateur.
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Chapitre 7

Mesure de performance

7.1 Introduction

L’évaluation des performances d’un modéle constitue ’étape finale de tout
processus d’apprentissage supervisé. Elle est le retour nécessaire a I'utilisateur
pour le guider dans la poursuite de sa fouille de données. Ces mesures sont
généralement symétriques. De facon pratique, on entend par symétrique le
fait que chaque classe, et chaque type d’erreur relative a une méme classe,
se voient attribuer une importance similaire. Or dans le cas des jeux de
données déséquilibrées (trés répandues en milieu industriel) cela n’est que trés
rarement le cas. Dans ce type de probléme 'objectif principal est d’identifier
les instances représentatives de la classe minoritaire.

L’évaluation des performances des modéles résultant d’un apprentissage
a partir d’'un jeu de données déséquilibrées doit prendre en considération
I’aspect non symétrique de I'importance des classes, sans se limiter a un taux
de correction global. Une évaluation locale, c’est-a-dire par classe, doit alors
étre conduite, quite & devoir fusionner ensuite ces critéres en une mesure
unique. Le taux de rappel et le taux de précision sont les deux indicateurs
de base des performances d’'un modéle vis-a-vis d’une classe, méme s’il est
possible de créer d’autres critéres utilisant le dénombrement de chaque type

111
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d’erreurs (insertion ou omission).

Nous allons fait dans le chapitre 4 un tour d’horizon de différentes me-
sures de performances des modéles d’apprentissage, ainsi que leur lien avec
la notion de symétrie, ce qui limite I'intérét de la plupart dans un contexte
de jeux de données déséquilibrées. Nous proposerons dans ce chapitre un
nouveau critére d’évaluation appelé PRAGMA (pour Precision and RecAll
rates Guided Model Assessment). Celui-ci permet d’évaluer les performances
des modéles en prenant en considération les aspects spécifiques a ’appren-
tissage sur des jeux de données déséquilibrées. Puis pour illustrer 'intérét
de ce critére, nous proposons une optimisation des foréts aléatoires utilisant
PRAGMA pour intégrer les préférences de I'utilisateur dans la construction
du modéle.

7.2 PRAGMA : Precision and RecAll rates Gui-
ded Model Assessment

PRAGMA utilise deux principes : la notion d’importance d’une classe et
la notion de préférence entre taux de rappel et taux de précision pour chaque
classe.

Tout d’abord I'importance d’une classe est représentée par un coefficient
0; fixé par 'utilisateur et utilisé en fin d’évaluation.

Ensuite pour chaque classe, nous évaluons le modéle en fonction de son
taux de rappel (r;) et de son taux de précision (p;). Cette fonction f(r;, p;),
que nous cherchons a minimaliser par analogie avec le nombre d’erreurs d’un
modéle, doit avoir les propriétés suivantes :

(1) f(0,0) =1, on fixe la valeur de la pire situation (r; =0 et p; = 0).

(2) f(1,1) =0, on fixe la valeur de la meilleure situation (r; =1 et p; = 1).
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(3) % < 0,7 € [0;1] , a taux de précision égal, la mesure doit dimi-

nuer lorsque le taux de rappel augmente.

(4) %;’m < 0,p € [0;1] , a taux de rappel égal, la mesure doit diminuer

lorsque le taux de précision augmente.

Une telle fonction peut avoir I'écriture suivante : f(r;, p;) =1 — 0.5(r; + p;)

Pour prendre en compte les souhaits de I'utilisateur en terme de préférence
entre le taux de rappel et le taux de précision, nous décidons de pondérérer
a la fois r; et p; :
frip) =1=05AXxr+Qxp)=1+axr+ [ Xp;

Le ratio /(3 détermine la préférence entre le rappel et la précision (plus
celui-ci est grand (supérieur a 1), plus le rappel est préféré; plus celui-ci est
petit (inférieur a 1), plus la précision est préférée ; s’il est égal a 1, cela signifie
qu’aucune distinction n’est faite entre le rappel et la précision).

Pour déterminer, de maniére instinctive et compréhensible, ces deux para-
métres, I'utilisateur doit définir deux situations extrémes qu’il juge de qualité
équivalente. En pratique, ces deux situations sont : (a) celle ou le taux de
rappel est parfait (r; = 1) et (b) celle ou le taux de précision est parfait
(p; = 1). 1l implique donc a l'utilisateur de définir deux valeurs x et y tel
que f(1,2) = f(y,1). Choisir ces deux valeurs peut étre considéré comme
répondre aux deux questions suivantes :

— Quel compromis étes-vous prét a faire vis-a-vis de la précision pour
avoir un taux de rappel de 17 (répondre a cette question permet de
définir z, avec 0 < z < 1) (a)

— Quel compromis étes-vous prét a faire vis-a-vis du rappel pour avoir un
taux de précision de 17 (répondre a cette question permet de définir ¥,
avec 0 <y < 1) (b)

Avec cette derniére contrainte (5) f(1,z) = f(y, 1), nous pouvons déter-
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miner les parameétres « et (3 :

La fonction f utilisée pour évaluer localement un modéle selon son rappel
et sa précision sur une modalité est la suivante :

-1 1
f(mpi):m ><7”i+(m—1) Xpi+1
(1—=x) (1—=x)
Cas | : x=0.5, y=0.5 ; Ratio a/B=1 Cas Il : x=0.2, y=0.8 ; Ratio a/B=4.15 Cas Il : x=0.8, y=0.2 ; Ralio a/f=0.24

Pas de préférence Taux de rappel préféré Taux de précision préféré

el \‘\\f{r.,p,)

p—

: .
= Taux de precision

F1G. 7.1 — 2 modéles, A(r = 0.3;p = 0.8) et B(r = 0.8;p = 0.3), sont
localement évalués a I'aide de 3 différentes f(r;, p;) : Cas I (symétrique) A et
B sont équivalents ; Cas II (rappel préféré) B est meilleur ; Cas IIT (précision
préférée) A est meilleur.

Cette fonction correspond a 1’équation d'un plan ou 'axe défini par les
points (0,0, 1) et (1,1, 0) est fixe, et o le ratio o/ détermine I'orientation du
plan autour de cet axe (la préférence entre les taux de rappel et de précision)
comme illustré en figure 7.1.

Ces évaluations locales (propres a chaque classe) sont ensuite combinées
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lors de I’évaluation finale & I'aide d’'une moyenne pondérée ou les coefficients
d’importance de chaque classe constituent les pondérations. Avec n étant le
nombre de classe de la variable endogéne, on obtient :

PRAGMA = Tln Zei x fi(ri, pi)
> im1 Ui i=1

7.3 Exemple d’optimisation des foréts aléatoires

Lors de 'application d’une forét aléatoire, la prédiction pour un individu
est obtenue en comptabilisant les prédictions de chaque arbre pour 'individu
(chaque arbre vote pour une classe) puis en choisissant la classe ayant re¢u
le plus de voix parmi tous les arbres de la forét (vote a la majorité).

Les performances d’une forét aléatoire sont sensiblement supérieures a
celles d'un arbre seul tel que C4.5 [LZGO04]. Elle est également plus robuste au
bruit et présente de meilleures facultés de généralisation |[Bre01]. Cependant,
celle-ci n’est pas spécifiquement adaptée aux jeux de données déséquilibrées,
et ses deux paramétres (le nombre d’arbres et le nombre & de variables a
tirer au sort lors de la randomisation) ne permettent pas a 'utilisateur de
spécifier ses préférences en termes de taux de rappel et de précision selon
chaque classe.

[’évolution que nous proposons ici consiste a remplacer 1’étape du vote
classique a la majorité par une nouvelle stratégie de vote pondéré ou la
recherche automatique des poids optimaux se fait & I'aide de PRAGMA.

7.3.1 Stratégie de vote

Notre stratégie de vote consiste a donner plus ou moins d’importance
aux voix attribuées par les arbres. Une pondération par classe est déterminée
(soit par l'utilisateur, soit automatiquement), laquelle multiplie le nombre
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de voix regues par l'individu pour cette classe. Ainsi la classe assignée a un
objet n’est pas toujours celle dont il a recu le plus de voix, mais celle dont
le nombre de voix multiplié par son poids est le plus grand. Ceci permet
d’augmenter les taux de rappel des classes minoritaires en leur affectant des
pondérations fortes, ou plus généralement de jouer sur les taux de rappel et
de précision de chaque classe en modifiant leur pondération.

La figure 7.2 illustre la notion de distribution de votes d’une forét aléa-
toire. Une forét aléatoire de 20 arbres a été construite pour chacun des 2
jeux utilisés. En abscisse, on trouve le nombre de votes recus par un indi-
vidu pour une classe donnée, entre 0 et 20 voix. Un graphique du méme
type pourrait étre construit pour chaque classe. En ordonnée, on trouve le
nombre d’individus ayant recu ce nombre de voix, chaque couleur correspon-
dant aux individus d’une classe. On voit par exemple sur le graphique A, la
distribution de votes pour la classe 'S’ du jeu de reconnaissance de lettres
manuscrites Letters [HB99]. Les individus les mieux votés sont effectivement
ceux de la classe 'S’ (en vert), il apparait néanmoins que parmi les autres
individus, ceux les plus souvent votés comme étant des 'S’ sont les "Z’ (en
rouge). Sur le graphique B, concernant le jeu Mammo (voir 7.4), la distri-
bution présentée est celle pour la classe ’Cancers’. Ce jeu ne possédant que
deux classes, la distribution pour la classe 'NonCancers’ s’obtiendrait par
une symétrie d’axe vertical. On remarque entre autre qu’'un large segment
en terme de nombre de votes (de 7 & 16) présente des individus des deux
classes. La forét commettra donc des erreurs de prédiction. Avec un vote a la
majorité (équivaut a un seuil de décision de 10 votes), les taux de rappel et
de précision de la classe 'Cancers’ seront affectés par les erreurs commises.
Un seuil & 17 votes permettrait d’obtenir un taux de précision parfait, un
seuil & 7 votes permettrait d’obtenir un taux de rappel parfait.

7.3.2 Recherche automatique

Il peut étre assez difficile de trouver manuellement les pondérations ajus-
tant au mieux les résultats du modéle aux besoins de I'utilisateur. Si pour
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Fi1G. 7.2 — Exemples de distribution de votes pour : (A) le jeu de données
Letters [HB99] (les objets sans vote pour la modalité 'S’ ne sont pas repré-
sentés) ; (B) le jeu de données Mammo (voir 7.4)(les objets ayant moins de
2 votes pour la modalité ’Cancer’ ne sont pas représentés).

un probléme a deux modalités tout peut se ramener a un déplacement de la
frontiére, en terme de nombre de votes, entre les deux classes, dés qu’il y a
trois classes ou plus, le nombre de possibilités de paramétrage, c’est-a-dire de
ratios entre chaque couple de pondérations, devient bien plus conséquent, et
il apparait nécessaire de rendre automatique la recherche des pondérations.

L’algorithme utilisé pour automatiser la recherche des pondérations est
construit autour d’un recuit simulé [KGJV83| cherchant a optimiser la me-
sure PRAGMA paramétrée selon les souhaits de 'utilisateur. Ce procédé est
parfaitement adapté et efficace pour ce type d’optimisation. Le surcout cal-
culatoire (comparé a une forét aléatoire classique) est extrémement faible.
En effet, la forét n’est construite qu’une fois, seul le résultat du vote aprés
pondération est mis a jour pour permettre I’évaluation par PRAGMA. De
plus, en conservant pour chaque individu le nombre de votes non pondérés
qu’il a recu pour chaque classe, il suffit de mettre & jour uniquement la ma-
trice de confusion aprés pondération du vote pour évaluer le modeéle et passer
a l'itération suivante.
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7.4 Expérimentations

Nous présentons dans cette section les résultats obtenus par pondération
automatique des votes d’une forét aléatoire. Deux types de situations ont été
envisageés :

1. Utilisation de 'optimisation sur des jeux de données équilibrées. Notre
but ici, en tant qu’utilisateur, est de favoriser un maximum le taux de
rappel de certaines classes jugées 'prioritaires’. Les tests sont réalisés
sur les jeux de données de référence Autos et Letters [HB99| dont les
variables endogénes possédent respectivement 6 et 26 modalités.

2. Utilisation de l'optimisation des jeux de données déséquilibrées a 2
modalités. Notre but dans cette situation est de favoriser un maximum
le taux de rappel de la classe minoritaire. Les tests sont réalisés sur les
jeux Hypothyroid et Satimage [HB99| réduits a 2 classes (minoritaire ;
fusion des autres classes), ainsi que sur le jeu Mammo, issu de la mise
au point du systéme d’aide au diagnostic de la société Fenics.

7.4.1 Jeux de données équilibrés

Nous supposerons ici que l'utilisateur cherche a maximiser les taux de

b

rappel des classes ° 3’ et ’_ 2’ pour le jeu Autos, et les taux de rappel des
voyelles pour le jeu Letters. Ceci se traduit par le paramétrage de la fonction
PRAGMA suivant : coefficient d’importance 10 et couple (z;y) = (10;90)
pour les classes prioritaires, coefficient d’importance 1 et couple (x;y) =
(80;80) pour les autres classes. Nous utilisons des foréts aléatoires de 20

arbres, avec respectivement 5 et 4 variables pour la randomisation.

Les résultats présentés en tables 7.1 et 7.2 sont issus d’une validation
croisée de 10 subdivisions. La figure 7.3 montre les résultats détaillés sur le jeu
Letters. Notez que la classe 2’ du jeu Autos ne contient que 3 objets, les
résultats propres a cette classe sont peu significatifs. Les différentes moyennes
réalisées sont toujours pondérées par les effectifs des différentes classes.
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"3 ' 2 10’ 1°' 2 MP MA MG
RF Class. R 81.4 687 74.1 85.1 818 333 746 794 78.0
RF Class. P 84.6 84.6 72.7 77.0 818 50.0 846 756 782
RF Opt. R 92.6 719 74.1 83.6 682 66.7 814 774 785
RF Opt. P 80.6 821 769 75.7 83.3 100.0 815 77.8 788
Evolution R +11.2 +3.2 0.0 -1.5 -13.6 +33.4 +6.8 -2.0 +0.5
Evolution P -4.0 -25 442 -1.3 +1.5 +50.0 -3.1 +2.2 +0.6

TAB. 7.1 — Résultats pour Autos : le taux de correction global de la forét
aléatoire classique (RF Class.) est de 78.0%, celui de la forét aléatoire opti-
misée (RF Opt.) est de 78.5%, soit une amélioration +0.5pts. Légende : R
Rappel ; P Précision; MP Moyenne des classes Prioritaires; MA Moyenne
des Autres classes; MG Moyenne Globale.

Ces différents résultats montrent la capacité de 'optimisation & retrans-
crire les volontés de I'utilisateur. Pour les deux jeux de données, les taux de
rappel des classes ciblées ont augmenté. Il en résulte également de part les
liens entre les différents indicateurs issus de la matrice de confusion :

1. Une baisse du taux de précision pour ces mémes classes.

2. Une baisse du taux de rappel et une augmentation du taux de précision
(en moyenne) pour les classes ot aucune préférence n’avait été spécifiée.

3. Ces changements n’entrainent pas forcément une diminution du taux
de correction global. Celui-ci peut augmenter ou diminuer selon les jeux
de données et le paramétrage de la mesure PRAGMA (ici augmentation
du taux correction global pour Autos et diminution sur Letters).

7.4.2 Jeux de données déséquilibrées

L’objectif est de détecter un maximum d’objets de la classe minoritaire
(taux de rappel élevé) sans présenter trop de faux positifs (taux de précision
correct). Nos tests sont réalisés sur 3 jeux de données, dont les compositions
sont présentés en table 7.3. Il s’agit des jeux Hypothyroid et Satimage [HB99|
réduits & deux classes en fusionnant les classes non minoritaires et Mammo
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Moy Consonnes Moy Voyelles Moy Globale

RF Class. Rappel 88.0 88.5 88.1
RF Class. Précision 87.9 90.8 88.5
RF Opt. Rappel 84.8 95.0 87.1
RF Opt. Précision 90.9 78.9 88.1
Evolution Rappel -3.2 +6.5 -1.0
Evolution Précision +3.0 -11.9 -0.4

TAB. 7.2 — Résultats pour Letters : le taux de correction global de la fo-
rét aléatoire classique (RF Class.) est de 88.1%, celui de la forét aléatoire
optimisée (RF Opt.) est de 87.2%, soit une perte -0.9pts.

issu de la mise au point d’un systéme d’aide au diagnostic du cancer du sein.
Notons que ce dernier a été réduit en terme de variables et d’individus pour
ne pas dévoiler des résultats industriels confidentiels.

Jeux de données Effectif Nombre de variables  Fréquence de la

exogenes classe minoritaire
Hypothyroid 3772 27 7.711%
Satimage 6435 36 9.73%
Mammo 3528 134 5.00%

TaAB. 7.3 — Composition des jeux de données déséquilibrées utilisés.

La volonté de maximiser le taux de rappel de la classe minoritaire se tra-
duit par le paramétrage de PRAGMA suivant : coefficient d’importance 10
et couple (z;y) = (10;90) pour la classe minoritaire, coefficient d’importance
1 et couple (z;y) = (80;80) pour la classe majoritaire. Nous présentons table
7.4 les résultats obtenus en validation croisée de 10 subdivisions, avec C4.5
(témoin de référence des difficultés pouvant présenter les jeux de données),
une forét aléatoire classique, et une forét aléatoire optimisée par pondération
des votes a I'aide de la mesure PRAGMA. Les foréts sont composées de 20
arbres, avec respectivement 5, 6 et 15 variables utilisées lors de la randomi-
sation pour les 3 jeux de données.
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=+ Rappel
" Précision

FiG. 7.3 — Résultats détaillés pour Letters :
(B) Forét aléatoire optimisée, le rappel et la précision

les préférences de 'utilisateur.

(A) Forét aléatoire classique;

ng?
S

organisent" selon

Hypothyroid Satimage Mammo

Rappel classe minoritaire 96.9 55.0 8.3
C4.5 Précision classe minoritaire 95.2 59.0 66.7
Taux de correction globale 99.4 91.9 98.1
Rappel classe minoritaire 95.1 50.9 29.2
RF Class. Précision classe minoritaire 94.2 83.2 84.5
Taux de correction globale 99.1 94.2 98.5
Rappel classe minoritaire 99.5 62.0 43.5
RF Opt. Précision classe minoritaire 97.7 73.9 82.0
Taux de correction globale 99.2 94.3 98.7

TAB. 7.4 — Résultats (en %) obtenus en 10-CrossValidation pour Hypothy-
roid, Satimage et Mammo.

Les taux du rappel des classes minoritaires les plus élevés sont systéma-

tiquement obtenus par la forét aléatoire optimisée, ceci sans provoquer de

trop fortes baisses des taux de précision. La mesure PRAGMA guide en cela
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parfaitement le modéle vers les performances souhaitées par 'utilisateur. On
remarque également que selon les cas 'optimisation permet également par-
fois d’améliorer le taux de précision de la classe minoritaire ou le taux de
correction globale.

Des résultats détaillés obtenus en validation croisée de 10 subdivisions
sur le jeu Mammo sont présentés en figure 7.4. Ils permettent une meilleure
description de l'effet de la pondération des votes et de l'utilisation de la
mesure PRAGMA sur les performances du modéle. Quatre indices (taux de
rappel, taux de précision, nombre d’erreurs, mesure PRAGMA) sont évalués
pour différentes valeurs du ratio R : pondération des votes pour la classe
"Cancer’ / pondération des votes de la classe ’Non Cancer’.

On remarque que les plus fortes variations pour les taux de rappel et de
précision se produisent pour la classe 'Cancer’ de par son effectif faible. Le
graphe du nombre d’erreurs présente deux caractéristiques notables :

1. Celui-ci est asymétrique, car une baisse légére du taux de rappel sur
la classe majoritaire due a une forte pondération de la classe minori-
taire crée logiquement plus d’erreurs qu’'une faible variation du taux de
rappel de la classe minoritaire

2. Pour les ratios 2 < R < 5 le nombre d’erreurs total varie trés peu alors
que la nature des erreurs change (voir les graphes des taux de rappel
et de précision). Une sorte de transfert d’erreurs se produit :

R < 2:les objets mal classés appartiennent majoritairement a la classe
"Cancer’

3 < R < 4 : les proportions d’objets mal classés pour chacune des 2
classes sont similaires

5 < R :les objets mal classés appartiennent majoritairement a la classe
"Non Cancer’

La lecture du graphe de la mesure PRAGMA permet de faire différentes
observations :

1. L’asymétrie est inversée, montrant ainsi que les variations du taux de
rappel de la classe ’Cancer’ constituent la principale influence de la
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mesure (ceci s’expliquant par le fort coefficient d’importance et le pa-
ramétrage orienté vers le taux de rappel pour la classe 'Cancer’)

2. Pour les ratio 2 < R <5 le plateau observé pour le graphe du nombre
d’erreurs disparait au profil de variations plus importantes. Ceci montre
que la nature des erreurs est prise en considération par la mesure
PRAGMA pour laquelle une erreur de classement d’individus de la
classe 'Cancer’ fait davantage augmenter la mesure que celle d’indivi-
dus de la classe '"Non Cancer’.

Les souhaits de I'utilisateur de rendre la classe ’Cancer’ plus importante et
de favoriser son taux de rappel vis-a-vis de son taux de précision sont ainsi
visibles & travers la lecture du graphe de la mesure PRAGMA.

7.5 Conclusion

Ce chapitre nous a permis de présenter 1’étape d’agrégation des arbres
en forét, ot nous proposons un remplacement du vote a la majorité par un
vote pondéré. En jouant sur les pondérations il est ainsi possible de jouer sur
I’équilibre entre taux de rappel et taux de précision sur chaque classe, pour
obtenir des performances en accord avec les souhaits de 'utilisateur. Si cette
modification revient a changer le seuil du nombre de votes a obtenir pour
classer un individu dans la classe d’intérét pour le cas d’un jeu a deux moda-
lités, 'automatisation du choix des pondérations devient nécessaire dans les
autres cas. C’est dans ce cadre que la mesure PRAGMA est utilisée comme
fonction & minimiser lors de 'optimisation. Celle-ci permet la prise en compte
des besoins de 1'utilisateur en terme de préférence entre le taux de rappel et
le taux de précision sur chaque classe, ainsi que I'importance qu’il accorde a
chacune d’elles. Les tests réalisés montrent ’efficacité de la méthode.
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Chapitre 8

Conclusion

8.1 Bilan

Dans nombre de problémes industriels d’apprentissage supervisé les classes
sont déséquilibrées, c’est-a-dire que la classe d’intérét est beaucoup moins re-
présentée que le cas général. C’est notamment le cas dans le domaine médical,
lorsqu’on cherche a induire des modéles permettant de prédire la présence
d’une maladie chez un patient.

Le double objectif que nous nous sommes fixé dans cette thése est d’une
part 'adaptation des statégies d’échantillonnage et de construction de va-
riables au probléme des jeux de données déséquilibrées, et d’autre part la
prise en considération de besoins spécifiques de I'utilisateur tels que I'obten-
tion d’un taux de rappel élevé pour la classe minoritaire. Le défi sous-jacent
a ces travaux est un projet industriel : la mise au point d’'un systéme d’aide
au diagnostic du cancer du sein a partir de mammographies numériques.
Pour atteindre ces objectifs nous avons abordé ces questions a travers trois
étapes du processus d’apprentissage : 'étape d’échantillonnage (chapitre 5),
I’amélioration de I’espace de représentation (chapitre 6), et I'agrégation des
classifieurs d’une méthode ensemble pour "'optimisation d’une mesure de per-
formance du modéle (chapitre 7).

125
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Nous avons commencé par présenter les différents éléments de base que
sont "apprentissage supervisé, les méthodes d’apprentissage de classes, ['agré-
gation de classifieurs, ou encore ’évaluation de modéles. Considérant que
certains principes de ’apprentissage supervisés pouvaient étre redéfini dans
le cadre d’une utilisation pour des jeux déséquilibrés et ’obtention de perfor-
mances spécifiques, nous avons proposé trois modifications. Nous avons étayé
ces derniéres d’expérimentations basées sur I’algorithme des foréts aléatoires,
mais toutes nos contributions sont généralisables a ’ensemble des classifieurs
d’apprentissage supervisé. Seule la premiére d’entre elles, touchant a I’échan-
tillonnage, nécessite la mise en place d’un bagging.

Tout d’abord en ce qui concerne I’espace des individus (chapitre 5), nous
avons présenté deux techniques d’échantillonnage destinées a remplacer le
bootstrap classiquement utilisé dans la construction d’un bagging. FUNSS
(Fitting User Needs Sampling Strategy), la premiére d’entre-elles, guide la
sélection des individus de la classe majoritaire pour spécialiser chaque clas-
sifieur de base soit vers un but de taux de rappel de la classe minoritaire
élevé, soit vers vers un but de taux de précision de la classe minoritaire
élevé. Puis le choix entre ces deux types de classifieurs, lors de leur construc-
tion successive, permet ’obtention d’un modéle ayant des performances en
adéquation avec les attentes de I'utilisateur. La deuxiéme, LARSS (Local At-
traction/Repulsion Sampling Strategy), permet la mise en place progressive
au cours de la création du bagging, d'un échantillonnage optimisé. Ce dernier
tente de minimiser le nombre d’individus de la classe majoritaire autour des
individus de la classe minoritaire que les classifieurs précédents ne réussissent
pas a détecter; et inversement d’augmenter la précision du modéle, en favo-
risant la présence d’individus de la classe majoritaire autour des individus
de la classe minoritaire bien classés. Les tests réalisés montrent les gains de
performances obtenus grace a cette derniére méthode.

Notre seconde contribution touche a I’amélioration de 1’espace de repré-
sentation (chapitre 6) ot notre but est de construire de nouvelles variables
exogenes spécifiques a la nature déséquilibrée du jeu de données. Pour ce
faire, nous proposons la méthode FuFeFa (Fuzzy Feature Factory) qui se dé-
compose en trois étapes :
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1. Découverte de régles d’association prédictives de support et de confiance
élevés, pour trouver des sous-espaces aux distributions intéressantes.

2. Relachement des bornes des items, pour intégrer une notion de proxi-
mité ou d’éloignement aux frontiéres de sous-espace considérés, et ga-
gner en capacité de généralisation.

3. Intégration de ces indications sous forme de nouvelles variables exo-
génes ajoutées a celle initiales pour améliorer les performances d’ap-
prentissage.

Cette méthode semble trouver son intérét pour les jeux trés déséquilibrés
et des paramétrages traduisant une volonté de taux de rappel élevé pour la
classe minoritaire. Pour des jeux de données moins déséquilibrés, I'informa-
tion donnée par les nouvelles variables construites est quasiment entiérement
retrouvée directement par le classifieur dans les variables initiales.

Enfin, nous proposons une mesure de performance des modéles d’appren-
tissage supervisé appelée PRAGMA (Precision and RecAll rates Guided Mo-
del Assessment). Celle-ci est entiérement paramétrable par I'utilisateur pour
lui permettre de définir de maniére intuitive ses besoins spécifiques selon
chaque classe. Cette évaluation quantitative peut entre autre permettre d’op-
timiser différents éléments d’un processus d’apprentissage supervisé. Nous
avons choisi comme exemple I’étape d’agrégation des arbres aléatoires en fo-
rét en remplacant le vote classique a la majorité par un vote pondéré. Dans
cet exemple d’optimisation, les votes pour chaque classe sont multipliés par
une pondération avant d’effectuer ’attribution de la classe prédite. Les pon-
dérations sont choisies pour minimiser la mesure PRAGMA et ainsi obtenir
le compromis le plus en adéquation avec les attentes de 1'utilisateur.

Durant cette thése nous avons été amenés a traiter d’autres problémes,
qui ne figurent pas dans ce mémoire. Nous avons notamment participé a la
mise au point de méthodes de segmentation d’images, pour la détection des
cancers du sein. Concernant ’apprentissage, nous nous sommes également
penchés sur des questions de labellisation des objets segmentés, ou encore
d’amélioration incrémentale des modéles en fonction de l'augmentation du
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volume de données.

Pour conclure, rappelons que ces travaux ont été effectués dans le cadre
d’une convention CIFRE (Convention Industrielle de Formation par la Re-
cherche). Environ 90% du temps a ainsi été passé en entreprise. Parallé-
lement aux travaux de recherche présentés dans ce mémoire la conception
et le développement de plusieurs logiciels ont été menés, comme le logiciel
Smart Look, systéme d’aide au diagnostic de Fenics, ou surtout LearnIT,
notre plateforme interne de data mining, intégrant entre autre 1’ensemble
des méthodes présentées. Cette opportunité de pouvoir mener un travail de
recherche en entreprise, et particuliérement au sein d’une jeune entreprise
dynamique et innovante a été une expérience extrémement enrichissante.

8.2 Perspectives

L’ensemble des travaux menés durant cette thése nous laisse penser qu’il
est difficile aujourd’hui de trouver de nouvelles méthodes d’apprentissage
supervisé permettant d’améliorer fortement et de maniére globale, c’est-a-
dire pour I’ensemble des couples rappel/précision, les performances. Cepen-
dant des adaptations permettent d’augmenter spécifiquement celles-ci vis-
a-vis d’un besoin précis, comme cela est notre cas dans la mise au point
d’un systéme d’aide au diagnostic, ot un taux de rappel élevé pour la classe
"cancer" est absolument prioritaire.

Dans un cadre industriel, nos perspectives sont de continuer a accroitre les
performances de nos modéles de prédiction. Pour cela, nous axons désormais
notre travail sur trois fondamentaux en amont de "apprentissage :

1. L’augmentation du volume de données d’apprentissage : celle-ci néces-
site désormais l'utilisation de techniques incrémentales d’amélioration
des modeéles. Nous travaillons sur ces techniques.

2. L’amélioration de la qualité des individus et de leurs descripteurs four-
nis a I’apprentissage : il est ici question de la qualité de segmentation
des zones extraites d’'une mammographie, et donc plus du domaine de
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I'imagerie. Nous cherchons également de nouvelles propriétés aidant
la discrimination par le modeéle, ceci par un dialogue continu avec les
radiologues sur leur méthodologie de lecture d’'une mammographie.

3. L’amélioration de la qualité de labélisation : celle-ci est tres liée a la
qualité de la segmentation et au travail réalisé avec les radiologues.

Enfin, nous travaillons désormais sur des mesures de similarité entre don-
nées structurées utilisant nos modeéles de foréts aléatoires. Ce travail a pour
but la mise en place d’un logiciel de recherche par le contenu sur les dossiers
mammographiques.
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Chapitre 9

Annexe : Données utilisées

Les jeux de données utilisés dans ce travail proviennent de deux sources
distinctes. Les jeux Satimage, Letters, Autos et Hypothyroid sont issus de la
collection de I'Université de Californie a IRVINE (http ://kdd.ics.uci.edu/)
[HB99]. Le choix d’utiliser ces jeux de données est motivé ici par la volonté
de proposer des évaluations expérimentales reproductibles par d’autres cher-
cheurs. Nous reprenons dans les prochaines sections les descriptions de ces
jeux de données telles qu’elles sont données dans le repertoire de ’'UCI.

Les autres jeux utilisés sont issus de ’activité de la société Fenics, et plus
précisemment de la mise au point d'un systéme d’aide au diagnostic du cancer
du sein. Nous ne pouvons donner plus de détails sur ces jeux de données que
ceux déja fournis lors des précédents chapitres ot ils sont utilisés.

9.1 Jeu de données SATIMAGE

PURPOSE The database consists of the multi-spectral values of pixels
in 3x3 neighbourhoods in a satellite image, and the classification associated
with the central pixel in each neighbourhood. The aim is to predict this
classification, given the multi-spectral values. In the sample database, the

131
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class of a pixel is coded as a number.

PROBLEM TYPE Classification

AVAILABLE This database was generated from Landsat Multi-Spectral
Scanner image data. These and other forms of remotely sensed imagery can
be purchased at a price from relevant governmental authorities. The data is
usually in binary form, and distributed on magnetic tape(s).

SOURCE The small sample database was provided by :
Ashwin Srinivasan
Department of Statistics and Modelling Science

University of Strathclyde
Glasgow, Scotland, UK

ORIGIN The original Landsat data for this database was generated from
data purchased from NASA by the Australian Centre for Remote Sensing,
and used for research at :

The Centre for Remote Sensing

University of New South Wales

Kensington, PO Box 1, NSW 2033, Australia.

The sample database was generated taking a small section (82 rows and
100 columns) from the original data. The binary values were converted to
their present ASCII form by Ashwin Srinivasan. The classification for each
pixel was performed on the basis of an actual site visit by Ms. Karen Hall,
when working for Professor John A. Richards, at the Centre for Remote
Sensing at the University of New South Wales, Australia. Conversion to 3x3
neighbourhoods and splitting into test and training sets was done by Alistair
Sutherland.
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HISTORY The Landsat satellite data is one of the many sources of in-
formation available for a scene. The interpretation of a scene by integrating
spatial data of diverse types and resolutions including multispectral and ra-
dar data, maps indicating topography, land use etc. is expected to assume
significant importance with the onset of an era characterised by integrative
approaches to remote sensing (for example, NASA’s Earth Observing Sys-
tem commencing this decade). Existing statistical methods are ill-equipped
for handling such diverse data types. Note that this is not true for Landsat
MSS data considered in isolation (as in this sample database). This data
satisfies the important requirements of being numerical and at a single reso-
lution, and standard maximum-likelihood classification performs very well.
Consequently, for this data, it should be interesting to compare the perfor-
mance of other methods against the statistical approach.

DESCRIPTION One frame of Landsat MSS imagery consists of four di-
gital images of the same scene in different spectral bands. Two of these are
in the visible region (corresponding approximately to green and red regions
of the visible spectrum) and two are in the (near) infra-red. Each pixel is
a 8-bit binary word, with 0 corresponding to black and 255 to white. The
spatial resolution of a pixel is about 80m x 80m. Each image contains 2340
x 3380 such pixels.

The database is a (tiny) sub-area of a scene, consisting of 82 x 100 pixels.
Each line of data corresponds to a 3x3 square neighbourhood of pixels com-
pletely contained within the 82x100 sub-area. Each line contains the pixel
values in the four spectral bands (converted to ASCII) of each of the 9 pixels
in the 3x3 neighbourhood and a number indicating the classification label of
the central pixel.

The number is a code for the following classes (Number-Class) :
1-red soil
2-cotton crop
3-grey soil
4-damp grey soil
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5-soil with vegetation stubble

6-mixture class (all types present)

7-very damp grey soil

There are no examples with class 6 in this dataset.

The data is given in random order and certain lines of data have been
removed so you cannot reconstruct the original image from this dataset.

In each line of data the four spectral values for the top-left pixel are given
first followed by the four spectral values for the top-middle pixel and then
those for the top-right pixel, and so on with the pixels read out in sequence
left-to-right and top-to-bottom. Thus, the four spectral values for the central
pixel are given by attributes 17,18,19 and 20. If you like you can use only
these four attributes, while ignoring the others. This avoids the problem
which arises when a 3x3 neighbourhood straddles a boundary.

NUMBER OF EXAMPLES 6435

NUMBER OF ATTRIBUTES 36 (= 4 spectral bands x 9 pixels in
neighbourhood)

ATTRIBUTES The attributes are numerical, in the range 0 to 255.

CLASS There are 6 decision classes : 1,2,3,4,5 and 7. There are no examples
with class 6 in this dataset. They have all been removed because of doubts
about the validity of this class.

AUTHOR Ashwin Srinivasan
Department of Statistics and Data Modeling
University of Strathclyde
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Glasgow, Scotland, UK
ross@uk.ac.turing

9.2 Jeu de données LETTERS

SOURCE INFORMATION Letter Image Recognition Data
Creator : David J. Slate

Odesta Corporation; 1890 Maple Ave; Suite 115; Evanston, IL 60201
Donor : David J. Slate (dave@math.nwu.edu) (708) 491-3867

Date : January, 1991

PAST USAGE P. W. Frey and D. J. Slate (Machine Learning Vol 6, 2
March 1991) : "Letter Recognition Using Holland-style Adaptive Classifiers".

The research for this article investigated the ability of several variations
of Holland-style adaptive classifier systems to learn to correctly guess the
letter categories associated with vectors of 16 integer attributes extracted
from raster scan images of the letters. The best accuracy obtained was a
little over 80%. It would be interesting to see how well other methods do
with the same data.

RELEVANT INFORMATION The objective is to identify each of a
large number of black-and-white rectangular pixel displays as one of the 26
capital letters in the English alphabet. The character images were based on 20
different fonts and each letter within these 20 fonts was randomly distorted to
produce a file of 20,000 unique stimuli. Each stimulus was converted into 16
primitive numerical attributes (statistical moments and edge counts) which
were then scaled to fit into a range of integer values from 0 through 15. We
typically train on the first 16000 items and then use the resulting model to
predict the letter category for the remaining 4000. See the article cited above
for more details.
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NUMBER OF INSTANCES 20000

NUMBER OF ATTRIBUTES 17 (Letter category and 16 numeric fea-
tures)

. lettr capital letter (26 values from A to Z)

. x-box horizontal position of box (integer)

. y-box vertical position of box (integer)

. width width of box (integer)

. high height of box (integer)

. onpix total on pixels (integer)

. x-bar mean x of on pixels in box (integer)

. y-bar mean y of on pixels in box (integer)

© 00 ~J O Ot = W N =

. X2bar mean x variance (integer)

—_
jas)

. y2bar mean y variance (integer)

—_
—_

. xybar mean x y correlation (integer)
*y (integer)
. xy2br mean of x * y * y (integer)

—_
[\

. x2ybr mean of x * x

[ —
=~

. x-ege mean edge count left to right (integer)

—_
ot

. xegvy correlation of x-ege with y (integer)

—_
D

. y-ege mean edge count bottom to top (integer)

—_
N |

. yegvx correlation of y-ege with x (integer)

CLASS DISTRIBUTION 789 A, 766 B, 736 C, 805 D, 768 E, 775 F,
773 G, 734 H, 755 1, 747 J, 739 K, 761 L, 792 M, 783 N, 753 O, 803 P, 783
Q, 758 R, 748 S, 796 T, 813 U, 764 V, 752 W, 787 X, 786 Y, 734 Z.

9.3 Jeu de données AUTOS

SOURCE INFORMATION 1985 Auto Imports Database
Creator/Donor : Jeffrey C. Schlimmer (Jeffrey.Schlimmer@a.gp.cs.cmu.edu)
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Date : 19 May 1987

Sources :

1) 1985 Model Import Car and Truck Specifications, 1985 Ward’s Automo-
tive Yearbook.

2) Personal Auto Manuals, Insurance Services Office, 160 Water Street, New
York, NY 10038

3) Insurance Collision Report, Insurance Institute for Highway Safety, Wa-
tergate 600, Washington, DC 20037

PAST USAGE Kibler, D., Aha, D. W., & Albert, M. (1989). Instance-
based prediction of real-valued attributes. Computational Intelligence, 5, 51—
57.

Predicted price of car using all numeric and Boolean attributes

Method : an instance-based learning (IBL) algorithm derived from a loca-
lized k-nearest neighbor algorithm. Compared with a linear regression pre-
diction...so all instances with missing attribute values were discarded. This
resulted with a training set of 159 instances, which was also used as a test
set (minus the actual instance during testing).

Results : Percent Average Deviation Error of Prediction from Actual
11.84% for the IBL algorithm

14.12% for the resulting linear regression equation

RELEVANT INFORMATION This data set consists of three types of
entities : (a) the specification of an auto in terms of various characteristics, (b)
its assigned insurance risk rating, (c) its normalized losses in use as compared
to other cars. The second rating corresponds to the degree to which the auto
is more risky than its price indicates. Cars are initially assigned a risk factor
symbol associated with its price. Then, if it is more risky (or less), this symbol
is adjusted by moving it up (or down) the scale. Actuarians call this process
"symboling". A value of 43 indicates that the auto is risky, -3 that it is
probably pretty safe.
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The third factor is the relative average loss payment per insured vehicle
year. This value is normalized for all autos within a particular size classifica-
tion (two-door small, station wagons, sports/speciality, etc...), and represents
the average loss per car per year. Note : Several of the attributes in the da-
tabase could be used as a "class" attribute.

NUMBER OF INSTANCES 205

NUMBER OF ATTRIBUTES 26 total (15 continuous/1 integer/10 no-
minal)

ATTRIBUTE INFORMATION (Attribute : Attribute Range)
1. symboling : -3, -2, -1, 0, 1, 2.

2. normalized-losses : continuous from 65 to 256.

3. make : alfa-romero, audi, bmw, chevrolet, dodge, honda, isuzu, jaguar,
mazda, mercedes-benz, mercury, mitsubishi, nissan, peugot, plymouth, porsche,
renault, saab, subaru, toyota, volkswagen, volvo.

4. fuel-type : diesel, gas.

5. aspiration : std, turbo.

6. num-of-doors : four, two.

7. body-style : hardtop, wagon, sedan, hatchback, convertible.

8. drive-wheels : 4wd, fwd, rwd.

9. engine-location : front, rear.

10. wheel-base : continuous from 86.6 120.9.

11. length : continuous from 141.1 to 208.1.

12. width : continuous from 60.3 to 72.3.

13. height : continuous from 47.8 to 59.8.

14. curb-weight : continuous from 1488 to 4066.

15. engine-type : dohc, dohcv, 1, ohc, ohcf, ohcv, rotor.

16. num-of-cylinders : eight, five, four, six, three, twelve, two.

17. engine-size : continuous from 61 to 326.

18. fuel-system : 1bbl, 2bbl, 4bbl, idi, mfi, mpfi, spdi, spfi.
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19.
20.
21.
22.
23.
24.
25.
26.

bore : continuous from 2.54 to 3.94.

stroke : continuous from 2.07 to 4.17.
compression-ratio : continuous from 7 to 23.
horsepower : continuous from 48 to 288.
peak-rpm : continuous from 4150 to 6600.
city-mpg : continuous from 13 to 49.
highway-mpg : continuous from 16 to 54.
price : continuous from 5118 to 45400.

9.4 Jeu de données HYPOTHYROID

AUTHOR Ross Quinlan

DATA SET INFORMATION From Garavan Institute
Documentation : as given by Ross Quinlan
6 databases from the Garavan Institute in Sydney, Australia

Approximately the following for each database :

2800 training (data) instances and 972 test instances

29 or so attributes, either Boolean or continuously-valued

No missing values

ATTRIBUTE INFORMATION
age : continuous.

sex : MLF.

on_ thyroxine : ft.

query on_thyroxine : ft.
on_antithyroid medication : f.t.

thyroid surgery : ft.

query _hypothyroid : ft.
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query _hyperthyroid : f}t.
pregnant : fit.

sick : ft.

tumor : f}t.

lithium : f,t.

goitre : fit.

TSH measured : ft.
TSH : continuous.

T3 measured : ft.

T3 : continuous.

TT4 measured : ft.
TT4 : continuous.

T4U measured : ft.
T4U : continuous.

FTI measured : {t.

FTT : continuous.

TBG _measured : f,t.
TBG : continuous.

RELEVANT PAPERS

: DONNEES UTILISEES

Quinlan,J.R., Compton,P.J., Horn,K.A., Lazurus,L. (1986). Inductive know-
ledge acquisition : A case study. In Proceedings of the Second Australian

Conference on Applications of Expert Systems. Sydney, Australia.
Quinlan,J.R. (1986). Induction of decision trees. Machine Learning, 1, 81—

106.
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