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Classification du texte numérique et numérisé. Approche fondée
sur les algorithmes d’apprentissage automatique.

Résumé : Différentes disciplines des sciences humaines telles la philologie ou
la paléographie font face à des tâches complexes, fastidieuses et consommatrices
en temps pour l’examen des sources de données. La proposition d’approches
computationnelles en humanités permet d’adresser les problématiques rencontrées
telles que la lecture, l’analyse et l’archivage de façon systématique. Les modèles
conceptuels élaborés reposent sur des algorithmes et ces derniers donnent lieu à des
implémentations informatiques qui automatisent ces tâches fastidieuses.
La première partie de la thèse vise, d’une part, à établir la structuration thématique
d’un corpus, en construisant des espaces sémantiques de grande dimension. D’autre
part, elle vise au suivi dynamique des thématiques qui constitue un réel défi
scientifique, notamment en raison du passage à l’échelle. Une contribution de cette
thèse concerne la distribution de ces calculs sur une grille d’ordinateurs, avec des
outils tels que Spark, Hadoop et MapReduce.
La seconde partie de la thèse traite de manière holistique la page d’un document
numérisé sans aucune intervention préalable. Le but est d’apprendre automati-
quement des représentations du trait de l’écriture ou du tracé d’un certain script
(langue écrite) par rapport au tracé d’un autre script. Il faut dans ce cadre tenir
compte de l’environnement où se trouve le tracé : image, artefact, bruits dus à la
détérioration de la qualité du papier, etc. Notre approche propose un empilement de
réseaux de neurones auto-encodeurs afin de fournir une représentation alternative
des données reçues en entrée. Les résultats obtenus avec les représentations apprises
par les réseaux de neurones sont comparables à ceux fabriqués par des experts.
De plus, nous proposons un retour d’expériences autour de l’initialisation des
paramètres d’apprentissage en vue de pistes d’améliorations futures.
Les contributions de ce travail concernent la conception d’algorithmes pour la
classification des textes numériques et numérisés. La classification des textes
numériques est opérée à l’aide d’un modèle basé sur des espaces sémantiques
quant à la classification des textes numérisée, elle s’appuie sur le développement
d’architectures de réseaux de neurones.

Mots clés :Modèle graphique probabiliste, systèmes d’apprentissage, recherche
d’information, Apprentissage automatique, apprentissage automatique des caracté-
ristiques, réseaux de neurones.



2 Table des figures

Extended abstract

With developments in information technology in general and the Internet in
particular, we see an unprecedented increase in the production, storage and exchange
of textual documents or documents images. For example, with the emerging social
media and short texts or the digitization of historical document motivation by the
aim of preserving the cultural heritage. In both cases, it is important to provide
the user with relevant information during the search phase. We find ourselves here
within the framework of the Knowledge Data Discovery (KDD) whose implications
for the development of user-oriented IT tools is a great challenge [Cao 2015].

Classifying a set of documents is a standard problem addressed in machine lear-
ning and statistical natural language processing [Manning 2009]. The usually un-
dertaken approach for classifying documents consists in the use of a measure of
similarity between a set of features that represents each document. In this disserta-
tion, a document comes in a form factor of a text file or an image of a handwritten
text. Thus, we will refer to the addressed problem as text-based classification in
the former and image-based classification in the latter. Accordingly, this thesis is
divided into two parts.

Text-based classification (also known as text categorization) examines the
computer-readable ASCII text and investigates linguistic properties to categorize
the text. When considered as a machine learning problem, it is also called statistical
NLP [Manning 2009]. In this task, a text is assigned to one or more predefined class
labels (i.e category) through a specific process in which a classifier is built, trained
on a set of features and then applied to label future incoming texts. Several Machine
Learning algorithms have been applied to text classification (see [Aggarwal 2012a]
for a survey) : Rocchio’s Algorithm, N-Nearest Neighbors, Naive Bayes, Decision
trees, Support Vector Machine (SVM).

Text-based features are typically extracted from the so-called word space model
that uses distributional statistics to generate high-dimensional vector spaces. Each
document is represented by a vector of word occurrences. The set of documents
is represented by a high-dimensional sparse matrix. Given a set of keywords, one
can use the angle between the vectors as a measure of similarity between the docu-
ments. Nevertheless, this approach suffers from the curse of dimensionality due to
the sparsity of the matrix that represents the documents.

The addressed open issues in the text-based classification part are as following.
— The representation of a set of text documents in a semantic space omitting,

therefore, the use of the high-dimensional sparse matrix.
— On the one hand, tracking the changes that could occur within the thematic

structure of the processed collection of documents.
— On the other hand, monitoring the dynamic of themes or topics raise ano-

ther issue related to the scale of the collection of texts. The classification
algorithms could consume an important amount of time when dealing with
a streaming collection of documents.

— The organization of the collection of documents according to the discovered
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topics and the relations that relate them to each other.
To classify the document based on their semantic content, the topics need to

be extracted. This can be done using one of the three following methods. (i) lsa
[Landauer 1997] uses the Singular Value Decomposition methods to decompose high-
dimensional sparse matrix to three matrices : one matrix that relates words to topics,
another one that relates topics to documents and a diagonal matrix of singular va-
lue. (ii) Probabilistic lsa [Landauer 1997] is a probabilistic model that treats the
data as a set of observations coming from a generative model. The generative model
includes hidden variables representing the probability distribution of the words in
the topics and the probability distribution of the topics in the words. (iii) Latent
Dirichlet Allocation [Blei 2003] is a Bayesian extension of probabilistic lsa. It de-
fines a complete generative model with a uniform prior and full Bayesian estimator.
The common assumption behind the three methods is that there exists a semantic
relationship between terms which have high probability within the same topic — a
phenomenon that is rooted in the word co-occurrence patterns in the text and that
can be used for information retrieval and knowledge discovery in databases.

We selected the Latent Dirichlet Allocation to be the core algorithm in the text-
based classification part for two main reasons : First, it is a generative model that
remove the high-dimensional matrix from the workflow and give us instead latent
variables to work with. The second reason and compared to pLSA, LDA includes
an a priori to work with.

The following research hypotheses in the text-based classification part are for-
mulated as follows

— Extracting and using the topics as a set of features, in opposition to keywords,
will help us track the changes in the collection more effectively.

— In order to track the topics in a collection of documents, we may build a set
of neighborhoods. In each neighborhood, the documents are related to each
other by their major topic and a set of possible major or hot topics.

— Combining the horsepower of several instances of the same algorithm where
each instance compute a portion of the collection of documents then combine
its results may solve the problem of time consumption and scaling.

The contributions in this part are as follows.
— An efficient workflow for text representation and topic extraction that in-

cludes a sequential parallel and semi-supervised version of the Latent Diri-
chlet Allocation implemented in Spark Map Reduce.

— A novel multi-criteria classification method that combines pretopology and
topic modeling.

— This thesis conducts an extensive investigation on the role of the number of
topics, and the role played by the centroids when the similarity between a
set of clusters is computed.

— A novel method is proposed to annotate large archives of documents with
a hierarchical thematic structure. A document is labeled through several
categories from a broad level to a more detailed level. For example, from the
category games then puzzles to sudoku.
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— Since the resources for Arabic Natural Language Processing (NLP) is still
limited. We propose a dataset for sentiment analysis applied on the Tunisian
dialect. The Arabic dialects are different and the need for data is real. We
propose a benchmark for the future work.

The outline of the text-based classification part is as follows.
In chapter 3, we present the conceptual approach that we used to tackle the

problem of the text-based classification. This approach is based on the core method
called the Latent Dirichlet Allocation (LDA). LDA is a generative probabilistic mo-
del by Blei et al. [Blei 2003] that allows us to discover the latent structure (i.e. the
topic structure) of a set of documents. LDA gives us three latent variables after
computing the posterior distribution of the model ; the topic assignment, the distri-
bution of words in each topic and the distribution of the topics in each document.
Having the distribution of topics in documents, the pretopology allows us to compute
the elements of each cluster of documents using the pseudoclosure function which
gives us the ability to follow the process step by step. The pseudoclosure function
is applied to the distribution of the topic, computed by LDA, in each document.
We use the pretopology for its ability to manipulate many binary relationships.
This conceptual approach allows us first, to model a topic space and to cluster the
documents according to their positions in the topic space.

Document collections evolve through time and the structure of the topics that
they contain change as well : one major topic a moment t can become obsolete at
t + 1. We need then a classification algorithm that is able to take into account the
major topics as well as the ones to be. In Chapter 4, we propose a multi-criteria
classification algorithm and a distributed version of the latent Dirichlet allocation
to handle the scaling.

LDA is a non-supervised algorithm for topics modeling. The computed themes
are represented by a distribution of words that have different probabilities. The
higher the probability the more likely a word belongs to a given topic. The interpre-
tation and labeling of these probabilities are manual and subjective. We therefore
propose a semi-supervised implementation to lead the algorithm to automatically
learn the precise category and therefore automatically label a distribution of words.
We then trained a random forest classifier to categorize the document in the hierar-
chy starting from the broad categories to the most detailed ones. This approach is
useful to automatically build an archive from a large collection of documents or for
ontology learning from several textual sources. This work is presented in chapter 5.

With the growth in the use of social media platforms. Sentiment Analysis me-
thods become more and more popular while for Classical Arabic there are many
datasets available, most of the Arab countries’ Dialects suffer from very limited
resources for training an automated system. In chapter 6, we study Sentiment Ana-
lysis applied on the Tunisian Dialect and Modern Standard Arabic by providing a
manually annotated dataset. On this dataset, we performed feature selection and
trained 6 classifiers to provide a benchmark for future studies.

In the second part of the dissertation, we study the script identification task
with a special focus on the extraction of the features from the images of several
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(a) (b)

(c) (d)

Figure 1 – Example of the four scripts used for the image-based classification study
in the second part of the thesis (a) Ethiopian (b) Syriac (c) Greek (d) Latin

historical documents. Each image of the document is classified according to the
script or written language. Image-based classification examines the image at a
pixel level and investigates the properties of a hierarchy of patterns from the text
blocks to the different artifacts found in the image of the document. The workflow
of image-based classification method can be described in two main steps : First,
extracting and selecting a collection of features. Then, feeding a classifier with those
features.

The historical document images used in this part are downloaded from the Na-
tional French Library 1. The collected dataset is composed of 13 manuscripts for
a total of 4769 pages divided into four principal scripts : Ethiopian, Syriac, Greek
and Latin. Four examples of pages are presented in Figure 7.1. The images of pages
contain several degradations due to both human (e.g. physical intervention on the
page with several crops ) and to the environment where the manuscripts were kept.
Manuscripts written in Ethiopian come from London-Ciadailhet, Griaule and Mar-
cel Cohen collections. Manuscripts written in Syriac comes from the Old Testament
collections in it peshitta version. The pages of manuscripts written in Greek are
from the chancellor Séguier collection. Finally, the one written in Latin comes from
the collection of Gregoriuis Magnus, Homiliae in Ezechielem and roman lectionaries

1. http://www.bnf.fr/fr/collections_et_services/catalogues.html

http://www.bnf.fr/fr/collections_et_services/catalogues.html
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composed from 670-680.
More effective hand-crafted methods for script identification have been introdu-

ced recently by [He 2017]. The several novel discriminative features are proposed fol-
lowing the joint feature distribution principal (JFD). Textural-based and Grapheme
based features such as CoLBP inspired by the co-occurence pattern distribution, Co
Hing and QuadHing based on the original Hinge Kernel, Ink Context inspired by
the junction feature and shape context. The authors then fed a K nearest neighbor
classifier to perform the script identification.

(a) (b)

(c) (d)

Figure 2 – Different forms of artifacts and degradation due to human intervention
or the storage conditions (a) Black cover page (b) Stains and ink dillutions (c)
Artifacts. (d) Crops made by human.

It is clear the set of hand-crafted features are still useful for the script identi-
fication specially on the case of handwritten documents. Nevertheless, we believe
that the historical document are a complex entity and the script identification task
should take into account the environment (i.e. artifacts, degradation traces, see fi-
gure 2) of the handwritten text to be as solid as possible when the document corpora
change or grow. These issues are emphasized by the lack of common standards for
manuscripts digitization, or when we encounter fragmented manuscripts that are
distributed across different libraries. These challenges demand flexible approaches
that do not depend on several steps of pre-processing or controlled environment
[Kang 2014].
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With winning several contests [Assael 2016, Krizhevsky 2012] in image classifi-
cation and pattern recognition deep learning becomes the recent research trend.
In the Document Image Analysis context it has proven its adaptability for several
tasks like layout analysis, writer identification, word spotting, etc. In the second part
of the thesis, we are interested in learning the representations for the task of script
identification. We believe that the convolutional auto-encoders have great potential
to solve the problem of unsupervised learning of useful features without the need
for labels.

Two research hypotheses are explored in this part :
— Due to the complexity of historical documents we need a holistic approach to

extract the features of the scripts. When we extract the features we believe
that taking into account all the layout of the page is as important as learning
the different curvatures or gradients of the writing drawings.

— The learned abstract features don’t have to be of the kind that label super-
vised learning induces in such a problem like the human writing.

The contributions of this part are as follows :
— We built a baseline for an unexplored set of manuscripts using both handcraf-

ted features and a set of features learned with Convolutional Auto-encoders
(CAE) and Convolutional Neural Networks (CNN).

— We propose a set of experiments to deepen our understanding of the behavior
of CAE and CNN regarding different random initialization functions.

The image-based classification part is presented through the outline of Chapter
7. In this chapter we studied the script identification, the historical documents are
classified according to the script or the written language that they contain in their
text blocks. In the first section we describe our approach of feature extraction on
the page level without any pre-processing (i.e. taking into account all the artifacts
and different images). We then present the dataset of manuscripts that we have
collected for our study and give some statistics. After a brief introduction in the
second section of deep learning concepts and of pre-training methods used in the
chapter, we build in the third section a baseline with the three following classifiers :
a neural network with one layer, the supported vector machine and a Random
Forest. The classifiers were fed with handcrafted features extracted on the page level
with the Histogram of Oriented Gradient descriptors. After building the baseline,
we performed a series of experiments with the convolutional auto-encoder (CAE)
to deepen our understanding of the learned features that we can obtain from our
dataset. We then studied the hypothesis of stacking several to obtain fine-grained
features that may increase the classification accuracy. The obtained features were
fed to the same classifiers used in the baseline. Our work also explored the features
extracted from a convolutional neural network and allowed to reveal the importance
of the function used for random initialization and the momentum parameter. We
finally conclude and discuss satisfactory results of our approach and compare the
learned and the handcrafted features.





Chapitre 1

Introduction

Avec les développements de l’informatique en général et de l’internet en parti-
culier, nous constatons autour de la connaissance humaine une augmentation sans
précédent de la production, du stockage et de l’échange de documents textuels ou
d’images de documents textuels. Il est important de fournir à l’utilisateur l’infor-
mation pertinente lors de la phase de recherche. On se retrouve là dans le cadre
du Knowledge Data Discovery (KDD) dont les implications pour le développement
d’outils informatiques orientés vers l’utilisateur constituent un grand défi [Cao 2015].

Nous proposons dans cette thèse des méthodes destinées aux humanités com-
putationnelles. Les contributions faites se positionnent selon deux axes : le premier
est celui de la fouille de textes, avec une application sur les textes échangés dans
les réseaux sociaux. Le deuxième est celui de l’analyse des images des documents,
avec une application sur les manuscrits anciens. Les deux axes sont présentés dans
les deux parties de la thèse.

Dans la première partie, chapitre 3, 4 et 5, nous traitons des opérations de
fouilles textuelles approfondies sur des espaces sémantiques. Les espaces sémantiques
constituent une famille de méthodes mathématiques. Ils permettent de représenter
la similarité sémantique de mots, de documents ou de concepts à partir de l’analyse
des co-occurrences de termes qui sont établies à partir de grands corpus constitués
de plusieurs dizaines de milliers de documents. Une propriété importante des es-
paces sémantiques est la métaphore topologique : les mots proches dans l’espace
sémantique sont proches d’un point de vue sémantique.

Les applications de fouilles de textes utilisant des espaces sémantiques reposent
sur une interprétation statistique du nombre d’occurrences d’un mot ou un groupe de
mots au sein d’un document. Les co-occurences des mots par rapport au document
peuvent être représentées par des matrices ou par des graphes. Par exemple, dans
le cas d’une matrice, l’ensemble des mots sera représenté au niveau des colonnes, et
quant aux documents ils seront représentés au niveau des lignes.

Les mots appartiennent à un vocabulaire d’une taille limitée alors que nous
pouvons avoir un nombre important de documents au sein du corpus. Cela a pour
résultat une représentation creuse avec un large écart dans ses dimensions (e.g.
nombre étendu de lignes par rapport au nombre limité de colonnes). Afin d’éviter
des calculs prohibitifs sur ce type de représentations, nous avons décomposé ces
dernières en des composantes latentes, c’est-à-dire avec des profils qui résument au
mieux les informations se trouvant dans la matrice de co-occurrences.

Les composantes latentes extraites de la matrice de co-occurrences correspondent
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aux distributions des thèmes dans les documents et des mots dans les thèmes. Pour
procéder à cette décomposition, nous avons utilisé la méthode de l’Allocation La-
tente de Dirichlet (LDA pour Latent Dirichlet Allocation) [Blei 2003]. LDA est un
modèle probabiliste conçu pour l’identification des thèmes dans les textes. LDA
modélise, par un mélange de distributions multinomiales, la production ou l’archi-
tecture cognitive en jeu pour l’écriture d’un texte. Le lien entre la cognition et
le traitement automatique du language naturel est très courant en informatique
[Poibeau 2016]. Le processus d’écriture dans LDA est décrit comme génératif, il est
présenté comme suit : un auteur au moment d’écrire son texte choisit d’abord un
ensemble de thèmes avec différentes proportions. Puis, pour chaque thème, l’auteur
choisit différentes proportions de mots. L’auteur rassemblera enfin les mots choisis
avec différentes combinaisons pour construire le texte de son document. Donc, dans
ce modèle, chaque document est une distribution de thèmes et chaque thème est
une distribution de mots.

En pratique, nous ne pouvons observer que les mots transcrits numériquement
dans une matrice à travers leurs co-occurrences. Le processus génératif décrit pré-
cédemment est donc inversé : nous partons d’abord des valeurs de co-occurrences
transcrites dans la matrice, nous y appliquons ensuite LDA pour arriver enfin aux
représentations thématiques des documents. À travers l’utilisation de LDA, nous
illustrons les représentations thématiques par des vecteurs de probabilités qui sont
rassemblées dans un espace sémantique.

Nous avons proposé une analyse de l’espace sémantique par la structuration de
ce dernier en des ensembles de documents. Cette approche ensembliste nous a per-
mis de proposer deux nouvelles méthodes de classification des textes. La première,
appelée classification multicritères, est fondée sur l’analyse structurale de l’espace
sémantique latent créée par LDA. Chaque document dans cet espace est un vecteur
de probabilités qui représente une distribution de thème. L’algorithme classifie un
document suivant deux critères : un critère qualitatif qui se traduit par le thème
majeur du document, et un critère quantitatif qui est la mesure de distance entre
deux vecteurs de probabilités. Chaque vecteur, rappelons-le, représente la distribu-
tion des thèmes dans deux documents. La deuxième méthode, appelée classification
hiérarchique, est fondée sur le développement d’une version semi-supervisée de LDA
et l’utilisation des forêts aléatoires. Cette méthode propose de classifier un docu-
ment à travers une hiérarchie de catégories partant de la plus générale vers la plus
particulière.

Nous faisons l’hypothèse que la prise en compte des mouvements des vecteurs au
sein de l’espace sémantique est d’une part réalisable. Et d’autre part, elle présente
un intérêt dans de nombreuses applications, telles que la détection d’informations
importantes dans l’actualité, la détection des modifications des thématiques abor-
dées dans les documents générés en grand nombre telles que la production d’articles
scientifiques, etc. Ce travail est présenté dans le chapitre 4.

Nous envisageons l’observation des mouvements au cours du temps au sein de
l’espace sémantique par le biais de la prétopologie. La prétopologie est une théo-
rie mathématique modélisant le concept de proximité et s’applique entre autres à
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la modélisation dynamique de propagation, à la classification des données et à la
reconnaissance des formes.

Nous exploitons la prétopologie du fait de sa souplesse qui nous assure un suivi,
pas à pas, de processus de description et de construction des ensembles et aussi du
fait de sa stabilité à l’égard des différent opérateurs mathématiques qu’elle utilise
comme la connexité ou la continuité. La prétopologie est considérée pour appréhen-
der les phénomènes dynamiques au sein des espaces sémantiques.

Le projet de thèse vise d’une part à construire des espaces sémantiques de très
grande dimension, à identifier des structures thématiques latentes dans l’espace,
et à les visualiser sous forme de réseau complexe à grande échelle. D’autre part,
le projet vise à faire le suivi dynamique de ces structures thématiques. Le suivi
dynamique constitue un défi scientifique, notamment en raison du passage à l’échelle
liée à l’évolution de l’espace sémantique au cours du temps. Nous appréhendons ce
problème par la conception de solutions de calcul parallèle. Les solutions proposées
sont conçues à l’aide des systèmes multi-agents. Nous représentons chaque agent
par un processeur qui calcule sur une portion du corpus la structure thématique.
Chaque agent envoie la portion de ses résultats à un autre agent qui collecte les
résultats et les unifie pour obtenir une seule sortie. Ce travail est présenté dans le
chapitre 4 avec des outils comme Spark, Hadoop et MapReduce.

L’objet d’étude de la première partie de la thèse est le texte numérique. Nous
qualifions un texte comme étant numérique lorsqu’il est saisi sur un ordinateur.
L’objet d’étude de la deuxième partie de la thèse est le texte numérisé. Un texte
est numérisé lorsqu’il se trouve dans une image stockée dans un ordinateur. Par
comparaison à la première partie, la représentation du texte numérisé peut être
approchée par des matrices ou des graphes. Par exemple, la matrice sera constituée
de différentes valeurs, dans chacune de ses cellules. Ces valeurs correspondent à
différentes intensités de pixels de l’image que nous souhaitons traiter.

Dans la première partie, nous avons déployé des algorithmes pour extraire des
composantes à partir de chaque représentation des relations de co-occurrences mots-
documents. Dans du texte numérique, il s’agit de composantes qui correspondent à
des caractéristiques sémantiques. Dans la deuxième partie, et dans le cas du texte
numérisé, il s’agit de composantes qui correspondent à des caractéristiques du tracé,
par exemple, la largeur du trait, le contraste des pixels, etc.

Dans le chapitre 7 de la deuxième partie de la thèse, nous traitons la problé-
matique de la discrimination des scripts associés aux documents anciens. Un script
est une langue écrite. Le défi lié à cette tâche consiste à identifier automatiquement
les caractéristiques du tracé des différents scripts. L’extraction automatique de ce
type de caractéristiques en vue de l’entraînement d’un algorithme de classification
reste à l’heure actuelle une tâche complexe. Une caractéristique doit être la plus
représentative possible de l’ensemble des données en entrée. Par exemple, une ca-
ractéristique doit décrire au mieux dans un format compressé la matrice de pixels de
chaque image. Une caractéristique doit être également la plus générale possible, afin
que l’algorithme d’apprentissage qui l’utilise puisse généraliser son apprentissage sur
d’autres jeux de données.
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Lorsqu’on est en présence d’un manuscrit ancien sous forme d’un document nu-
mérisé, il s’agit généralement d’une image. Les caractéristiques sont accessibles au
travers du traitement de l’image comme un signal que l’on transforme en utilisant
des filtres. Un filtre peut être considéré comme un prisme qui décomposera le signal,
représenté par une matrice de pixels, en un ensemble de caractéristiques. En pra-
tique, le signal est une matrice de pixels et le filtre est une fonction mathématique
qui renvoie une autre matrice de pixels correspondante aux caractéristiques.

Notre approche consiste à aborder le problème de l’identification des scripts
en prenant le signal de l’image du document dans sa globalité. Nous appliquons
des algorithmes pour extraire les caractéristiques au niveau de l’image de la page
entière. Nous pensons que l’application du filtre au niveau de toute la page réduirait
la difficulté de réutilisation des algorithmes développés, car, étant plus résistante
aux bruits, elle peut être généralisée sur différents manuscrits. Nous distinguons
deux sortes de filtres, les filtres faits main (traduction de hand crafted features en
anglais) et les filtres appris (traduction de learned features en anglais). Les premiers
sont conçus par des experts afin d’extraire des caractéristiques déterminées : par
exemple la moyenne des gradients du tracé, le contraste des pixels, etc.

Comme filtre fait main, nous avons choisi la méthode des gradients orientés
en partant de l’hypothèse que la dynamique de l’écriture à la main pourrait être
capturé par la direction des gradients (HOG pour Histogram Oriented Gradient)
[Dalal 2005]. HOG caractérise une image par une distribution de gradients. Chaque
gradient représente un changement de direction dans l’intensité du pixel ou la couleur
dans une image. Les caractéristiques HOG sont représentées par un histogramme
qui compte l’orientation du gradient des pixels d’une image donnée.

Par opposition à la première catégorie de filtres, ceux qui sont développés au
cours de l’exécution d’un algorithme d’apprentissage sont considérés comme des
filtres appris. Les avancées technologiques et conceptuelles liées au domaine de l’ap-
prentissage supervisé et non supervisé nous fournissent des outils intéressants pour
entreprendre ce genre de tâche.

Par exemple, l’utilisation des réseaux de neurones et de plusieurs de leurs va-
riantes spécialisées est adaptée aux problématiques liées à l’analyse des images de
documents. Ces variantes, comme les réseaux de neurones à convolutions (noté CNN
pour Convolutional Neural Network) [Lecun 1998a], ainsi que les auto-encodeurs
(noté CAE pour Convolutional Auto-Encoders) [Ranzato 2007, Bengio 2007a], ont
permis d’obtenir des résultats intéressants. Récemment, un réseau de neurones à
convolutions appelé lipnet [Assael 2016] a dépassé le taux de justesse des experts
lors de la lecture sur les lèvres.

Deux sous-catégories des filtres appris ont été considérées dans nos travaux.
Les premiers sont appris de façon supervisée avec l’utilisation des CNN. Les CNN
appliquent une suite de transformations non linéaires sur les données pour faire
émerger des caractéristiques utiles à la classification. L’algorithme de rétropropaga-
tion est appliqué pour ajuster les caractéristiques suivant le résultat obtenu lors de
la classification.

Par opposition aux filtres appris de façon supervisée, les CAE nous permettent
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d’obtenir des filtres de façon non supervisée. Les CAE sont des réseaux de neurones
qui sont entraînés pour fournir une représentation alternative des données d’entrée
qu’ils reçoivent. En pratique, cela est effectué par l’application d’une suite de convo-
lutions pour obtenir la représentation alternative puis d’une suite de dé-convolutions
pour vérifier si la représentation obtenue est caractéristique des données en entrée
fournies au réseau.

Nous faisons l’hypothèse qu’un apprentissage effectif des caractéristiques utiles à
la classification est possible dans un premier temps. Et, dans un second temps, l’ex-
traction de caractéristiques fines est abordable par un empilement de CAE afin de
fournir une représentation alternative des données reçues en entrée. Ces représenta-
tions vont des plus générales dans les premières couches, par exemple le changement
de contraste dans l’image, vers les plus particulières, par exemple le tracé d’un scribe
(écrivain) par rapport à un autre. Les résultats obtenus avec les représentations CAE
sont comparables à ceux fabriqués par des experts.

La suite de transformations non linéaires des données en entrées peut devenir
rapidement complexe et difficile à représenter dans une équation. Nous avons dé-
crit les réseaux de neurones avec des structures graphiques. Nous nous référons à
la structure où sont disposées des couches de convolutions et les couches de classi-
fications comme une architecture. Nous nous sommes référé à l’architecture comme
étant profonde, une architecture avec plusieurs couches de convolutions ou couches
de CAE [Bengio 2007b].

Dans la deuxième partie, nous avons déployé un ensemble d’algorithmes pour
l’extraction des caractéristiques utiles à la classification des manuscrits anciens se-
lon les scripts qu’ils contiennent. Notre hypothèse de travail était de considérer
l’environnement du script dans sa totalité, c’est-à-dire au sein de la page entière.
Cet environnement est caractéristique à chaque script et comporte donc une infor-
mation globale qui est importante lors de la classification. Notre approche consistait
à empiler des réseaux de neurones à convolutions de type auto-encodeurs. Les auto-
encodeurs permettent d’apprendre des représentations globales dans les premières
couches de la pile jusqu’aux représentations particulières dans les dernières couches
de la pile. Ces représentations fines mélangent les propriétés du script aux propriétés
de la page où ils se trouvent. Nous avons rapporté les résultats obtenus avec les ca-
ractéristiques apprises, et ce en les comparant aux caractéristiques extraites à l’aide
d’une expertise humaine. Nous avons enfin relevé l’importance de l’initialisation des
paramètres lors de l’apprentissage.

Cette thèse se positionne dans le cadre des algorithmes d’apprentissage automa-
tique. Les méthodes présentées dans les deux parties répondent à la problématique
de la production numérique et de la numérisation massive de toute sorte de do-
cuments. Nous nous trouvons dans le cadre des humanités computationnelles, où
il s’agit d’approcher le traitement de l’information culturelle avec des méthodes
algorithmiques. En particulier, les algorithmes développés serviront à extraire et
comprendre des phénomènes intéressants comme la relation thématique entre les
textes ou l’intervention de plusieurs scribes sur un texte ancien.





Chapitre 2

Contexte

Ce chapitre est l’objet d’une présentation générale de deux aspects essentiels à
nos travaux de thèse : l’apprentissage automatique par la conception d’algorithmes
et l’apprentissage contextualisé pour traiter des textes. Ce chapitre est composé de
rappels des notions essentielles à la compréhension des contributions sur le sujet de
nos recherches. Ce dernier porte sur l’analyse des textes dans le cadre des huma-
nités computationnelles. Les textes traités sont soit saisis sur un ordinateur, soit
manuscrits et numérisés sous la forme d’une image.

2.1 Notion d’algorithme d’apprentissage : le cadre théo-
rique

Nous proposons, dans cette partie, une définition de la notion d’algorithme
d’apprentissage en ayant recours aux travaux de [Gold 1967], [Valiant 1984],
[Kearns 1994] et [Vapnik 1998].

D’abord, nous définissons un algorithme comme étant une machine de Turing
qui s’arrête. Une machine de Turing possède un ruban divisé en un nombre infini
de cases, une tête de lecture et une table de transition qui dicte le mouvement
transversal de la tête de lecture. Une case du ruban peut être vide comme elle peut
contenir soit une opération soit une variable. La table de transition comprend des
opérations de lecture, d’écriture et de mouvement de la tête de lecture. Une machine
de Turing qui tourne est une machine avec une tête de lecture active. Une machine
qui s’arrête est une machine de Turing avec une tête de lecture immobile et qui a
écrit un résultat.

Nous nous référons à un programme comme étant la table de transition d’une
machine de Turing. Face à des problèmes dont la suite d’instructions est connue, nous
pouvons écrire un programme de bout en bout. En revanche, face à des problèmes
que l’on qualifiera de complexes, car ils font appel à des interactions entre plusieurs
entités, la définition d’un programme est difficile. Par exemple, l’interaction des
mots dans un texte produit un sens. L’analyse de ce sens est un problème que nous
qualifions de complexe et que nous ne pouvons pas approcher avec un programme
défini, écrit du début jusqu’à la fin. Ce type de problème nécessite une approche
algorithmique avec la conception d’un apprenti.

Nous distinguons deux types d’apprentis :

1. un apprenti fort est appelé à se faire une représentation des données en ob-
servation de façon à être capable de générer des structures toujours correctes.
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Cette approche a été initiée par l’article de [Gold 1967] qui s’est articulé sur
deux aspects : l’étude de la structure linguistique et la possibilité d’acquérir
cette structure.

2. Un apprenti faible, par comparaison, se fait une représentation des don-
nées en observation qui peut être incomplète pour des résultats qui ne sont
pas toujours parfaits. Nous utiliserons dans cette thèse ce type d’apprentis-
sage que l’on qualifie d’approximativement correcte et qui est défendu par
[Valiant 1984] sous l’appellation PAC (pour Probably Approximatively Cor-
rect) (voir A.3).

Le cadre de travail de l’apprentissage approximativement correct est probabiliste.
Étant donné un vecteur aléatoire X et un vecteur aléatoire Y , tous deux issus de la
même distribution jointe P (X,Y ), nous admettons une fonction f : X → Y capable
de prédire Y étant donné les valeurs en entrée dans X. Ce qui se traduit par une
probabilité conditionnelle p(Y |X). Dans ce cadre, la relation entre la paire (X,Y ),
c’est-à-dire le vecteur X en entrée et les variables aléatoires du vecteur Y en sortie
passe uniquement par l’espérance conditionnelle f(x) = E(Y |X = x). Cette relation
est déterministe et peut s’écrire sous la forme Y = f(X).

Dans le meilleur des cas, nous avons une probabilité de 1 pour une sortie qui
correspond à la sortie Y . Dans le pire des cas, nous obtenons au contraire une
probabilité de 1 pour une sortie qui ne correspond pas à la sortie Y . Cependant,
en pratique, nous n’avons pas accès à la fonction de f(X) capable de prédire la
sortie Y étant donné le vecteur d’entrée X. Le principe de l’apprentissage sous
PAC, consiste à approcher la fonction f avec un ensemble H de fonctions dénotées
f̂ . Chaque fonction f̂ est évaluée sur ses sorties Y . Une fonction f̂ est retenue si le
nombre de fois où nous obtenons une prédiction fausse de Y est petit.

L’évaluation de l’ensemble H de fonctions est plus longuement discuté dans
les travaux de [Vapnik 1998] qui apporte une dimension statistique au problème
de l’apprentissage. Vapnik et Chervonenkis introduisent une mesure de la capacité
de l’ensemble H à classer les données X. Cette mesure est appelé dimension VC
(pour Vapnik et Chervonenkis). L’apprentissage PAC ou l’apprentissage statistique
de Vapnik approche le même problème, celui de la taille de l’échantillon des données
X et la taille de l’ensemble H nécessaire pour inférer la fonction f̂ idéale.

Les deux approches PAC et celle de Vapnik ont un lien presque filial avec une
spécialité : l’inférence inductive où l’induction réfère à l’apprentissage d’un concept
général à partir d’un ensemble d’exemples. Supposons que nous ayons maintenant
un modèle probabiliste qui décrit une certaine structure, et quelques observations
partielles de ce qui s’est réellement passé. La différence entre les deux modèles réside
dans le fait que l’inférence inductive consiste donc à deviner la structure qui a
généré les exemples observés, tandis que l’inférence statistique consiste à tirer des
conclusions à partir des exemples observés.
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2.2 Apprentissage contextualisé pour traiter des textes

Nous abordons la procédure d’apprentissage avec deux stratégies : une stratégie
dite supervisée qui peut être approchée par des algorithmes de discrimination (la
traduction de classification en anglais) ; une stratégie dite non supervisée qui peut
être approchée par des algorithmes de classification (la traduction de clustering en
anglais). Dans les deux stratégies, nous distinguons trois phases : la phase de l’en-
traînement ou de l’apprentissage, la phase de tests ou de l’évaluation de l’algorithme
d’apprentissage avec des exemples non appris et enfin l’application sur des données
nouvelles.

2.2.1 Apprentissage supervisé

Posons X comme étant l’espace en entrée et Y comme étant l’espace de sortie
d’une fonction f : X → Y . Considérons également D comme étant la distribution
des données observées sur X × Y . L’objet de l’apprentissage supervisé est de trou-
ver, à partir d’un échantillon S = (xi, yi)

n
i=1 ∼ Dn, une fonction f susceptible de

reproduire Y ayant observé X avec une mesure d’erreur minimale sur un échantillon
de données différent de S. L’échantillon en question est appelé échantillon de test.
Nous définissons la mesure d’erreur sur l’échantillon test comme suit.

TestD(f) = E(x,y)∼D[L(f(x); y)] (2.1)

où L(z; y) est la fonction de perte définie sur Y ×X, bornée par une constante
positive M . L(z; y) calcule la perte à chaque fois que f renvoie z au lieu de renvoyer
y. Ici, il est à noter que la mesure de l’erreur est additive. Dans d’autres cas, si
elle est multiplicative, nous pouvons appliquer une transformation logarithmique
qui nous ramènera de nouveau à une simple addition du nombre de fois où f s’est
trompé dans ses prédictions.

Une fois que nous avons trouvé la valeur de TestD(f) la plus petite possible,
nous considérons que le problème de l’apprentissage est résolu. Nous utiliserons la
fonction f pour prédire des sorties sur un nouveau jeu de données en entrée, qui n’a
jamais été utilisé lors de l’entraînement, la capacité de f à prédire les bonnes sorties
ŷ, est appelée capacité de généralisation.

Le cas idéal serait de trouver une fonction f avec un minimum global tel que

f = arg min TestD(f) (2.2)

Cependant, cela est fondamentalement impossible à réaliser, car nous ne connais-
sons pas la distribution de probabilité D. Nous chercherons, donc, la mesure d’erreur
la plus petite possible sur l’échantillon S et généraliserons sur D l’apprentissage de
f qui est issue d’un espace réduit de fonctions appelé aussi espace d’hypothèses F .
Nous définissons la mesure d’erreur sur l’échantillon d’entraînement comme suit.

EntrainementS(f) = E(x,y)∼S [L(f(x); y)] (2.3)
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Le problème illustré dans l’équation 2.2 est résolu par le choix de l’espace d’hy-
pothèses F approprié (voir Annexe A section A.2.1).

f = arg min
f∈F

TestD(f) (2.4)

La tâche de l’apprentissage dans le contexte supervisé consiste à minimiser la
mesure d’erreur sur un échantillon d’apprentissage, ce qui fait de l’apprentissage
supervisé une technique robuste et directement applicable sur des problèmes pra-
tiques. Néanmoins, l’inconvénient de l’apprentissage supervisé réside dans le coût
que représentent les données annotées ou préparées par l’être humain.

Configuration probabiliste. Notons que dans le cas où nous sommes confrontés à
des données, en entrées, susceptibles de créer une certaine confusion, nous pouvons
exprimer la sortie de la fonction d’approximation ou de prédiction f̂ dans les termes
d’une probabilité conditionnelle. Nous calculerons de ce fait la probabilité d’avoir en
sortie une certaine valeur c de y étant donné une valeur de x issue de la distribution
de données D.

ŷ = f(x) = arg max
f∈F

p(y = c|x,D) (2.5)

Dans l’équation 2.5, nous calculons la sortie la plus probable pour x, appelée le
maximum de l’a posteriori p(y|x,D) connu sous le nom de MAP en anglaisMaximum
A Posteriori.

2.2.2 Apprentissage non supervisé

En l’absence d’une relation déterministe entre X et Y , ou en d’autres termes
en l’absence de D, l’objectif poursuivi par un algorithme d’apprentissage est autre.
Il s’agit de chercher une structure qui regroupe les données de façon à ce qu’elles
soient les plus semblables au sein d’un même groupe et les plus dissemblables entre
elles pour deux groupes différents. C’est ce que nous qualifions de problème de
classification (clustering).

Nous abordons le problème du sur-apprentissage, un problème commun aux al-
gorithmes d’apprentissage supervisé et non supervisé.

2.2.3 Sur-apprentissage et sous-apprentissage

Nous reprenons l’analyse de [Sutskever 2013a], fondée sur les travaux de
[Kearns 1994, Valiant 1984], qui soutient que le sur-apprentissage est représenté
par la différence entre la mesure d’erreur EntrainementS(f) et la mesure d’erreur
TestD(f). Le compromis sur la taille de l’espace d’hypothèse F , ou le compromis
biais variance (expliqué dans l’annexe A.3.3), est décrit dans le théorème 2.1 au
terme de la différence entre TestD(f) et EntrainementS(f).

Théorème 2.1. Si F est un espace fini et Lf une fonction de perte telle que Lf :

Y ×X → [0, 1], alors le sur-apprentissage est uniformément borné avec une mesure
de probabilité S tirée de l’échantillon d’apprentissage.
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PS∼D|S|

[
TestD(f)− EntrainementS(f) ≤

√
log|F|+ log1/δ

|S| ∀f ∈ F
]
> 1− δ

(2.6)
Où δ, 0 < δ < 1 est le taux de fiabilité.

Les résultats illustrés dans l’équation 2.6 suggèrent que si la taille des données
d’entraînement est plus grande que log |F| alors la mesure d’erreur lors de l’entraî-
nement a une valeur proche de la mesure d’erreur lors de la phase de test. Le terme
log |F| dans la borne illustrée dans l’équation 2.6, rapporte que chaque entraînement
comporte un nombre constant de bits relatifs à la meilleure fonction dans F .

Justification. Le théorème central limite fait que la mesure d’erreur
EntrainementS(f) est centrée en TestD(f) avec une queue de distribution gaus-
sienne selon 1/

√
|S| (si Lf : X × Y → [0, 1]). En conséquence, pour une fonction

f ∈ F , la probabilité que EntrainementS(f) dévie de TestD(f) de plus de |F|/
√
|S|

est exponentiellement petite dans log |F|. En d’autres termes, la probabilité que la
différence entre la mesure d’erreur lors de l’entraînement et celle faite lors des tests
soit plus grande que log |F|, pour les |F| fonctions, est arbitrairement petite.

Le théorème 2.1 n’assure pas néanmoins le succès de la phase d’entraînement,
mais il souligne l’importance du choix de l’espace d’hypothèses F (voir annexe A),
afin que l’une de ses fonctions f ∈ F ait un taux d’erreur le plus petit possible lors
de la phase d’entraînement et que ce taux se vérifie, par la suite, lors de la phase de
test.

La même analyse peut être appliquée sur le principe du sous-apprentissage à
la différence que si l’on réduit la variance et donc la taille de F , la valeur du biais
devient large, et la différence entre EntrainementS(f) et TestD(f) devient également
grand (voir explication dans l’annexe A.2.1).

2.3 Mise en oeuvre de l’apprentissage

Étant donné un problème d’apprentissage tel qu’il est défini dans la sous-section
2.2.1, et en supposant que nous ayons trouvé une taille convenable de l’espace d’hy-
pothèses F tel que c’est souligné par le théorème 2.1, alors le problème de l’appren-
tissage est résolu quand EntrainementS(f) converge en probabilité vers la valeur
minimale de TestD(f). Cependant, comme D est une distribution de probabilités
qui nous est inconnue, la recherche du minimum global, comme décrit dans l’équa-
tion 2.2, ne peut être, pour l’instant, résolue que par une heuristique qui parcourt
l’espace des hypothèses ou espace des échantillons jusqu’à ce qu’elle trouve un op-
timum, c’est-à-dire, suivant un échantillon optimal S et qu’elle trouve une valeur
minimale de EntrainementS(f) pour f ∈ F .

Cette heuristique est ce que l’on appelle un "algorithme glouton" [Kearns 1994].
Par exemple, l’algorithme de descente de gradient [Lecun 1998b] est un algorithme
glouton. Il adopte une stratégie qui suit une pente au bout de laquelle l’algorithme
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calcule les valeurs d’un paramètre. Autrement dit, l’algorithme estime la valeur du
minimum global de la fonction f(θ) ∈ F où θ ∈ R|θ| est l’ensemble de paramètres sur
F . Le problème d’optimisation est transporté de l’espace des hypothèses F à l’espace
des paramètres Θ où l’on cherche à trouver la valeur minimale de EntrainementS(θ).

2.4 Analyse de textes dans le cadre des humanités com-
putationnelles

Nous décrivons, dans cette section, le sujet d’étude de la thèse qui est le texte et
les stratégies d’étude à haut niveau de ce sujet. Nous entreprenons deux différents
travaux sur cet objet en le considérant sous deux formes différentes ; à savoir le
texte écrit en caractères ASCII/Unicode et le texte accessible en image ou numérisé.
Nous nous intéresserons à la première forme à des fins d’analyse sémantique et à la
deuxième forme à des fins d’identification de l’écriture ou du script.

2.4.1 Discrimination et classification des documents

La tâche de la classification ou de la discrimination de documents consiste à
regrouper des documents en un ensemble de C classes suite à une interprétation
statistique des fréquences de mots qui sont contenus dans le document numérique.

Dans le cas de l’apprentissage supervisé, cela revient à calculer la probabilité
p(y = c|x,D), où x est un vecteur de taille fixe. Les valeurs du vecteur x sont
calculées suite à une représentation des mots comme un mélange d’objets contenu
dans une collection (en anglais on se réfère à ce concept comme bag of words). Dans
ce dernier contexte, nous ne tenons pas compte de l’ordre que les mots ont dans
le document. La valeur d’une coordonnée xij du vecteur x est incrémentée de 1 à
chaque fois que le mot i est présent dans le document j. Nous reviendrons en détail
sur ce type de modélisation appelée "sac de mots" dans la section 3.1.1.

L’intérêt de cette approche est de placer la collection de documents dans une
matrice de mots/documents où il y a une transition des caractères ASCII vers des
valeurs numériques. La variabilité de ces différentes valeurs correspond à des "carac-
téristiques latentes" appelées aussi "caractéristiques cachées". Par exemple, lors de
l’analyse sémantique d’une collection de documents, la variabilité des thèmes ou la
variabilité des mots dans les thèmes peut correspondre à une caractéristique latente
à travers laquelle nous pouvons analyser notre collection de documents.

Partons de l’hypothèse qu’un document y est écrit suite au choix d’une variabilité
de mots et que cette variabilité corresponde à une caractéristique latente z qui
représente un thème. Alors, si nous sommes amenés à construire un modèle pour
décrire le processus d’écriture d’un document, nous supposerons que le thème z est
la cause du document y et dénoterons ceci comme suit z → y.
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z

y

Figure 2.1 – Un exemple d’un modèle graphique probabiliste modélisant la géné-
ration d’un document y par le choix d’un thème z.

La figure 2.1 illustre le modèle graphique probabiliste (PGM pour Probabilistic
Graphical Model en anglais, voir annexe section B.1) de la dépendance d’un docu-
ment y par rapport au thème z. Le modèle dans la figure 2.1 est aussi appelé modèle
génératif, car on dit de la variable z qu’elle génère la variable y.

Cependant, comme z est une structure latente ou cachée et que y représente un
document observé (représenté en gris dans la figure 2.1), nous devons inverser la
flèche et inférer la structure latente z par le calcul de la distribution a posteriori
p(z|y). Ce calcul est rendu possible par une inférence bayésienne où le problème est
transféré d’un calcul effectif de z vers une estimation de z comme étant un paramètre
(voir annexe section B.1.1).

La dernière distinction, à faire par rapport à notre modèle, concerne le nombre
de paramètres ; s’il est fixé, alors nous avons un modèle paramétrique, s’il n’est pas
fixé et qu’il augmente en fonction de l’échantillon d’entraînement S, alors nous avons
un modèle non paramétrique.

Face à des quantités importantes de données, les modèles paramétriques sont plus
rapides à entraîner. Cependant, ils ont l’inconvénient d’imposer de fortes hypothèses
sur la nature de la distribution des données D. L’allocation latente de Dirichlet que
nous utilisons dans nos travaux sur l’analyse sémantique est un modèle paramé-
trique. Les modèles non paramétriques ont l’avantage d’être plus flexibles, mais plus
longs à entraîner et souvent incalculables en présence d’un jeu de données de taille
importante. L’algorithme des K plus proches voisins est un exemple de ce dernier
type de modèles.

Nous proposons, dans le chapitre 3, une étude fondée sur l’utilisation des mo-
dèles probabilistes paramétriques pour la construction d’un espace sémantique. Ils
nous permettront de représenter la similarité sémantique de mots, de documents
ou de concepts à partir de l’analyse de cooccurrences de termes établis à partir de
grands corpus (plusieurs dizaines de milliers de documents). Les espaces sémantiques
représentent les mots ou les documents sous la forme de vecteurs dans un espace
vectoriel de grande dimension : les mots ayant un sens similaire sont représentés
avec des vecteurs ayant des directions proches.

Afin de regrouper les textes des documents selon les thèmes qui les relient, nous
nous intéresserons dans la section 3.3 à la métaphore topologique des espaces sé-
mantiques où l’on considère que les mots proches au sein de l’espace représentent
des mots proches du point de vue du sens. Nous introduisons les espaces prétopolo-
giques afin de définir un concept de proximité sémantique entre les documents (voir
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annexe section 3.3.1 pour une introduction à la prétopologie).

2.4.2 Analyse des images de textes

Signal

38 40 96 190

45 79 146 186

159 182 200 182

184 196 188 194

(a) (b)

Figure 2.2 – (a) Exemple d’une page d’un manuscrit ancien écrit dans le script
éthiopien. (b) L’interprétation numérique de l’image par l’ordinateur. La matrice
des valeurs correspond à l’intensité des pixels dans le petit cadre en rouge de l’image
(a).

Le domaine de l’analyse des images des documents est à mi-chemin entre la
reconnaissance de formes et l’analyse des images. Le sujet de la deuxième partie de
la thèse porte sur la reconnaissance des scripts ou langues écrites. Les images de
textes sont divisées en des petites régions qui peuvent être de différentes tailles, se
trouvant à des coordonnées aléatoires sur l’image. Un exemple d’une de ces régions
est représenté par le petit carré rouge illustré dans la figure (a) 2.2. L’interprétation
numérique de la région qui correspond au carré rouge est illustrée dans la figure (b)
2.2, où les différentes valeurs correspondent à l’intensité des pixels de cette région.

Nous appliquerons une suite de transformations linéaires sur les valeurs numé-
riques de la figure (b) 7.3 pour obtenir une autre suite de valeurs qui correspondra
aux changements de la luminosité, du contraste ou d’autres caractéristiques. Nous
utiliserons ces caractéristiques pour discriminer les régions qui contiennent un script
c donné avec une forte probabilité présentée sous la forme suivante p(y = c | x) où
x est le vecteur de caractéristiques. Le défi consiste à trouver le vecteur de caracté-
ristiques qui nous donne une représentation effective de l’image et un bon taux de
justesse dans les résultats de discrimination.

Figure 2.3 – Exemple des différentes variations manuscrites du chiffre 3 issu du jeu
de données MNIST

Un exemple de jeu de données classique qui est utilisé dans la littérature et connu
sous le nom de MNIST (pour Modified National Institute of Standards). MNIST
est un jeu de données constitué des dix chiffres manuscrits, avec 60,000 images
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consacrées à la phase d’entraînement et 10,000 images gardées pour la phase de test.
Ce dernier a été introduit dans les travaux de [Lecun 1998b] sur la reconnaissance de
l’écriture. Dans le cas des algorithmes entrainés sur MNIST, il s’agit de reconnaître
les chiffres. Dans la figure 2.3, nous avons illustré un exemple de quatre différentes
écritures du chiffre 3.

MNIST est un jeu de données qui a été standardisé (i.e. les chiffres sont centrés, et
la taille de l’image est la même, 28×28 px). Dans cette thèse, nous nous intéresserons
à l’inverse des jeux de données brutes où il n’y a pas eu d’intervention humaine, par
exemple les images des documents anciens.

Nous abordons en effet dans la deuxième partie de cette thèse la problématique
de l’identification des scripts dans les manuscrits anciens. Nous testons les réseaux
de neurones comme des outils nous permettant d’apprendre les caractéristiques du
tracé des scripts pour mieux les identifier au sein d’une image d’un texte sans traite-
ment préalable. En particulier, nous souhaitons exploiter les dernières avancées des
réseaux de neurones pour apprendre de manière non supervisée une représentation
alternative des données en entrées et exploiter cette représentation au sein de la
tâche de l’identification des scripts.

Nous proposons au sein de cette thèse un ensemble d’algorithmes d’apprentis-
sage supervisé et non supervisé pour l’approche des problèmes dans le contexte des
humanités computationnelles comme celui du traitement des textes numériques et
numérisés sous forme d’images de documents. L’objectif est de fournir a posteriori
une palette d’outils aux chercheurs en humanités numériques.
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Chapitre 3

Structuration thématique des
corpus de textes

Résumé : Nous abordons le problème de la classification des textes avec la méthode
LDA, allocation latente de Dirichlet. Cette méthode due à [Blei 2003] est décrite par un
mélange de distributions multinomiales qui correspondent à la distribution des mots dans
les thèmes et la distribution des thèmes dans les documents. LDA est un modèle génératif :
chaque distribution est reliée à une autre par un lien de parenté, l’ensemble est ainsi décrit
dans un réseau bayésien. Dans ce réseau, chaque distribution est représentée par une variable
aléatoire qui peut être latente ou observée. Les variables latentes sont calculées par une
approximation fondée sur les variables observées. Ce modèle génératif nous permet d’éviter
la manipulation de matrices creuses de grandes dimensions sur laquelle le temps d’exécution
des algorithmes de classification serait prohibitif. La première étape du travail consiste à
calculer les thèmes qui sont présents dans la collection de textes. Un thème est représenté par
une variable latente dans LDA. Nous avons donc implémenté l’échantillonnage de Gibbs qui
est un algorithme d’approximation. Notre implémentation permet de calculer la distribution
des mots dans les thèmes et la distribution des thèmes dans les documents. La seconde étape
consiste à rapprocher les documents selon les thèmes qu’ils contiennent afin de les classifier.
Pour ce faire, nous avons besoin d’obtenir une représentation flexible et opérationnelle de
la proximité, ce qui nous a ramenés à introduire la prétopologie. Nous faisons dans ce
chapitre des rappels nécessaires et ciblés pour notre cadre de travail. En effet, un espace
prétopologique pour les documents est construit en utilisant une collection de relations
binaires où le calcul des "fermés" permet de structurer cet espace selon les thèmes qu’ils
partagent.

Nous nous plaçons dans le cadre de la classification des documents. Les parties
présentées correspondent à une introduction conceptuelle et méthodologique des
travaux de classification de textes que nous allons aborder dans les chapitres 4 et
5. L’intérêt de ces travaux consiste à : (i) organiser des documents donnés pour
faciliter la recherche d’informations, (ii) générer automatiquement des résumés (iii)
catégoriser les documents dans une structure définie, par exemple une archive web
ou une hiérarchie de catégories partant de la plus générale vers la plus particulière.

Afin de procéder à la classification, les textes sont représentés numériquement
par les occurrences des mots qu’ils contiennent. La dimension de cette représentation
est importante ; cependant, elle est creuse car un document ne peut contenir qu’un
nombre réduit de mots qui sont tirés du lexique de toute la collection, nombre qui
par exemple peut être de l’ordre de 107. Cette problématique est mise en exergue
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dans le cas des textes provenant des échanges sur les réseaux sociaux. Par exemple,
dans le cas de Twitter les documents ne dépassent pas 140 caractères.

Nous utilisons dans nos travaux une méthode probabiliste pour décomposer la
représentation initiale de la collection de documents en un ensemble de variables
latentes. Ces variables latentes peuvent être considérées comme des portraits-robots
de la représentation initiale, ils nous permettent de répondre au problème de la di-
mensionnalité déjà évoqué. En pratique, ces portraits-robots ou variables latentes
correspondent aux thèmes des différents textes. Ils nous permettent de construire
un espace sémantique où les documents peuvent être rapprochés par leur proximité
thématique à condition de définir une distance appropriée et un voisinage. Nous
utilisons pour cela la prétoplogie un affaiblissement de la topologie. La prétopolo-
gie est un outil de modélisation du concept de proximité dans les espaces discrets
[Belmandt 2011]. Dans notre cas c’est l’espace sémantique composé d’un ensemble
de documents.

Ce chapitre est organisé comme suit. Dans la première section, nous positionnons
la problématique de la classification de documents par rapport à l’état de l’art. Dans
la seconde section, nous détaillons la méthode utilisée pour la réduction de la matrice
en composantes latentes (i.e. décrit par interdépendance avec d’autres variables).
Enfin, dans la troisième section, nous présentons notre méthodologie pour modéliser
la notion de voisinage.

3.1 Le problème de la classification des textes

La catégorisation ou classification automatique des textes est l’investigation par
ordinateur des propriétés linguistiques des caractères ASCII qui forment le contenu
textuel d’un document numérique. Dans le cadre de l’apprentissage automatique,
nous nous référons à la littérature du traitement statistique du langage "naturel"
(Natural Langage Processing, NLP) [Manning 2008].

Le processus de classification d’une collection de textes consiste à étiqueter
chaque texte avec une ou plusieurs classes (catégories) prédéfinies. Dans ce pro-
cessus, un algorithme est d’abord conçu, puis il est entraîné avec un ensemble de
caractéristiques spécifiques, par exemple les occurrences de mots ou encore les dis-
tributions de thèmes dans un document. Une fois entraîné, l’algorithme est utilisé
pour étiqueter de nouveaux textes. Ces derniers sont différents des textes utilisés lors
de l’entraînement. L’algorithme est évalué sur le nombre d’erreurs de classification
obtenu lors de la phase d’apprentissage et lors de la phase de test (voir section 2.2).

Lors de l’entraînement de l’algorithme de classification, la phase d’extraction
des caractéristiques utilisées pour l’apprentissage est cruciale. Les caractéristiques
extraites à partir des textes sont typiquement issues d’un espace vectoriel de grande
dimension. Cet espace est construit avec une modélisation vectorielle des mots à
l’aide de la sémantique distributionnelle [Harris 1954].

Une fois les caractéristiques extraites, plusieurs algorithmes d’apprentissage (voir
[Aggarwal 2012b]) peuvent être utilisés pour la classification automatique de textes,
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pour citer les plus connus : algorithme de Rocchio’s, méthode des K plus proches
voisins, classification naïve bayésienne, les arbres de décision, les séparateurs à vastes
marges (SVM), les forêts aléatoires.

Nous abordons ci-après la représentation numérique d’une collection de docu-
ments sous la forme d’une grande matrice creuse. En premier lieu, nous présente-
rons les méthodes qui utilisent l’espace vectoriel issu de la matrice. En second lieu,
nous détaillerons les méthodes probabilistes utilisées qui nous évitent une interaction
directe avec la matrice creuse de grandes dimensions.

3.1.1 Mathématisation des corpus de textes et modéles de repré-
sentation thématique

Nous abordons la mathématisation des corpus de textes avec la sémantique dis-
tributionnelle et à travers l’utilisation des matrices. Nous présentons ensuite les
modèles de représentation des thèmes et justifions notre choix porté sur l’allocation
latente de Dirichlet.

MDocsMots =




mot1 mot2 mot3 mot4 mot5 mot6 mot7 mot8 mot9 mot10

doc1 1 2 4 3 1 1

doc2 1 5 1 4 2

doc3 2 1 4 1 1

doc4 2 1 3 1

doc5 4 1 2 1 2 1




Une collection de documents D est caractérisée par un nombre de mots N et un
vocabulaire, ou liste de termes uniques, de taille V . Pour représenter de façon quan-
titative les mots dans les textes, nous utiliserons une représentation en histogramme
du vocabulaire par rapport à la collection D, décrite dans une matrice de cooccur-
rence documents-mots (voir la matrice MDocsMots donnée en exemple). Dans cette
représentation, chaque document correspond à un vecteur et chaque valeur dans le
vecteur correspond au nombre d’occurrences de chaque terme unique.

Cependant, même pour des petites collections, nous avons un nombre consé-
quent de termes uniques ; premièrement cela nous donne des vecteurs d’une grande
dimension. Deuxièmement, avec l’augmentation de la dimension ou la taille du vo-
cabulaire V , les données deviennent plus clairsemées. Un document ne peut pas
avoir dans son texte tous les termes du vocabulaire. Cela se traduit par une matrice
creuse (beaucoup de zéros), où un nombre accessible et fini de documents ne peut
pas couvrir tous les termes du vocabulaire.

Les deux caractéristiques énoncées soulèvent deux problèmes. D’abord, la
conception d’algorithmes avec un pouvoir prédictif de qualité devient une tâche
difficile, car le calcul de l’espérance f(x) = E(Y |X = x) est affecté par la dimension
de X (voir section 2.1 pour un rappel). Ensuite, la probabilité que deux documents
tirés de la collection D soient proches est faible [Steinbach 2004] à cause de la ma-
trice creuse.
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Figure 3.1 – La proximité sémantique est calculée entre les vecteurs représentant
des mots uniques ou termes t dans un espace sémantique.

Une première application sur cet espace vectoriel consiste à utiliser des mots-
clés pour identifier des vecteurs d’intérêt et calculer le cosinus de l’angle de ces
vecteurs. Deux vecteurs identiques forment un angle nul et ont donc un cosinus
d’une valeur égale à 1. Opposés, les deux vecteurs ont un cosinus égal à -1 et quand
ils sont perpendiculaires ils ont un cosinus égal à 0. La similarité sémantique entre
les documents varie entre -1 et 1.

cos θ =
u · v

||u|| × ||v|| (3.1)

Le cosinus est calculé avec la fonction 3.1 où u et v sont deux vecteurs.
Cette approche, attirante par sa simplicité, mène souvent à des erreurs d’es-

timation de la similarité sémantique, car elle ne modélise qu’une part réduite de
la variance des données. Par exemple, lors de la phase de recherche, une requête
composée d’un mot ou d’un document est modélisée de façon symétrique.

Une autre approche consiste à classifier les documents en tenant compte de leur
contenu sémantique. Dans ce cas, les thèmes sont à extraire. Pour ce faire trois
méthodes se distinguent dans la littérature.

1. L’analyse sémantique latente (LSA) [Landauer 1997] utilise la méthode de
décomposition en valeurs singulières (Singular Value Decomposition, SVD)
pour décomposer la matrice creuse A d’une grande dimension en trois ma-
trices.

A = UΣV T (3.2)


a11 · · · a1n
...

. . .
...

am1 · · · amn


 =
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vT1
vT2
...
vTn


 (3.3)

A = σ1u1v
T
1 + σ2u2v

T
2 + σ3u2v

T
3 · · ·σnunvTn (3.4)

Dans l’équation 3.2, la matrice A est décomposée en une matrice U qui relie
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les documents aux thèmes, une deuxième V T qui relie les thèmes aux termes,
et une troisième matrice Σ diagonale de valeurs singulières.

2. L’analyse sémantique latente probabiliste (pLSA) [Hofmann 1999] est l’ex-
tension probabiliste de LSA ; le modèle traite les données comme un ensemble
d’observations issues d’un modèle génératif qui nous évite la manipulation
de la matrice creuse à grande dimension.
Le modèle génératif qui nous intéresse comprend des variables cachées qui
correspondent à la distribution de probabilités des mots dans les thèmes et
la distribution de probabilités des thèmes dans les documents.

3. L’allocation latente de Dirichlet (LDA) [Blei 2003] est une extension bayé-
sienne de la version probabiliste de LSA. LDA définit un modèle génératif
complet en incluant, contrairement à pLSA, des a priori et un raisonnement
bayésien. Le raisonnement bayésien nous permet à son tour d’utiliser des
algorithmes d’approximation pour calculer les thèmes dans la collection de
textes.

Les trois méthodes sont reliées par l’hypothèse commune selon laquelle il existe
une relation sémantique entre les termes (ou mots uniques du vocabulaire) qui pos-
sèdent une forte probabilité d’être présents dans le même thème. Autrement dit, un
mot w dans un document d est fort probablement associé à un thème z si dans le
même document il y a plusieurs mots qui sont affectés au thème z. Cette hypothèse
trouve racine dans celle du distributionnalisme en linguistique [Harris 1954].

Ces patrons de cooccurrence peuvent être utilisés pour la recherche d’informa-
tions ou la découverte de nouvelles connaissances dans les bases de données.

Nous trouvons aussi dans la littérature l’utilisation des graphes pour représenter
le texte en partant de plusieurs bases [Jiang 2010] : (i) les mots comme étant des
unités ASCII (ii) les mots comme étant des unités grammaticales (iii) l’ordre des
mots (iv) les hyponymes 1 des mots (v) la structure des phrases (vi) la division des
phrases, et (vii) l’ordre des phrases. Une structure en graphe pour représenter le
texte peut être générée à partir de ces propriétés où les arêtes (orientées ou non)
modélisent les relations sémantiques entre les noeuds qui peuvent être des mots,
phrases, ou textes entiers [Jiang 2010]. Une étude comparative avec les méthodes
classiques a été présentée par Jiang et al. [Jiang 2010]. Les auteurs ont utilisé une
version améliorée de l’algorithme gSpan [Yan 2002] afin de chercher des sous-graphes
qui soient utilisés pour fournir des caractéristiques au moment de l’entraînement
d’algorithmes de classification. Les sous-graphes sont similaires aux sous-matrices
obtenues avec la décomposition en valeur singulière utilisée par LSA.

Nous utiliserons dans nos travaux la méthode de l’allocation latente de Dirichlet,
car elle nous permet d’éviter la manipulation des matrices à grande dimension par
la construction d’un modèle génératif représenté dans un réseau bayésien. Cela nous
permet d’appliquer un raisonnement bayésien et d’utiliser des algorithmes probabi-
listes pour l’approximation de l’a posteriori.

1. Les hyponymes représentent une relation hiérarchique entre les mots, où chaque mot est
l’extension sémantique de l’autre. Rapide est l’hyponyme de course
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3.2 L’allocation latente de Dirichlet

Nous adopterons dans nos travaux sur l’analyse de la structure latente des textes
un raisonnement bayésien (voir la section B.1.1) fondé sur l’identification des va-
riables latentes et leur représentation compacte au sein d’un réseau bayésien. Les
réseaux bayésiens sont ce que l’on appelle des modèles graphiques probabilistes.

3.2.1 Caractérisation de notre approche par les modèles gra-
phiques probabilistes

h

w1 w2 w3

h1

h2 h3

w1 w2 w3 w4 w5

(a) (b)

Figure 3.2 – (a) Modèle graphique probabiliste à variables latentes. (b) Modèle
graphique probabiliste hiérarchique à variables latentes.

Les modèles graphiques probabilistes sont une représentation graphique des va-
riables aléatoires et de leurs interdépendances. Les modèles graphiques à variables
latentes [Koller 2009] sont utilisés dans le cadre de l’apprentissage automatique non
supervisé où la classe que nous cherchons à mesurer est inconnue [Zhang 2004]. La
classe inconnue est représentée par une variable cachée h (latente) illustrée dans la
figure 3.2 (a), h ne faisant pas partie des variables observées w, représentées en gris
dans la figure 3.2.

La figure 3.2 (b) illustre une hiérarchie de variables latentes h1, h2, h3 où une
variable latente peut être conditionnée par une autre. Les différents niveaux de dé-
pendances conditionnelles nous permettront de modéliser des structures complexes
comme celle des thèmes dans les textes par exemple en rajoutant des connaissances
a priori sous la forme de distribution. Nous pouvons aussi fixer des contraintes sup-
plémentaires sous la forme de paramètres, paramètres conditionnant les variables la-
tentes. Ces contraintes sont appelées des hyper-paramètres qui sont des paramètres
que l’on fixe sur les paramètres du modèle d’apprentissage pour éviter notamment
le surapprentissage.

Définition 3.1. Un modèle bayésien hiérarchique est un modèle statistique bayésien
où la loi a priori est composée de distributions conditionnelles.

p(θ|θ1), p(θ1|θ2), . . . , p(θk−1|θk), p(θk). (3.5)
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les paramètres θi, i = 1, . . ., k, sont appelées des hyper-paramètres.
Les modèles graphiques probabilistes illustrés en exemples dans la figure 3.2

sont des réseaux bayésiens (voir la définition B.1). Nous retrouvons les modèles
bayésiens hiérarchiques dans de nombreuses modélisations de structures qualifiées
de complexes. Décrites par un réseau bayésien, ces structures nécessitent plusieurs
variables et observations interdépendantes qui constituent une distribution jointe.
Par exemple, la structure thématique dans les textes, décrite dans la distribution
jointe, équation 3.6, issue du réseau bayésien (illustré dans la figure 3.3), a nécessité
l’introduction de plusieurs niveaux de distributions a priori, de Dirichlet, sur les
paramètres (appelés hyper-paramètres) constituant ainsi un modèle hiérarchique
appelé l’allocation latente de Dirichlet.

p(φk, β, θd, α, zd,n, wd,n) =

(
K∏

k=1

p(φk|β)

)(
D∏

d=1

p(θd|α)

(
N∏

n=1

p(zd,n)p(wd,n|zd,n, φ1:K)

))

(3.6)
L’apprentissage des paramètres (différentes variables aléatoires latentes) des mo-

dèles graphiques probabilistes [Koller 2009] se fait par différentes méthodes comme
l’algorithme de maximisation de l’espérance, les méthodes variationnelles (voir sous-
section B.1.1) ou encore des algorithmes de simulation par chaîne de Markov avec
des méthodes de Monte-Carlo (MCMC pour Monte-Carlo Markov Chain) ainsi que
par l’algorithme de l’échantillonnage de Gibbs.

Nous utiliserons dans nos travaux l’algorithme de Gibbs pour sa capacité de si-
mulation de distributions multidimensionnelles, ce qui fait de lui le candidat parfait
pour calculer l’a posteriori d’un modèle bayésien hiérarchique. De plus, l’algorithme
de Gibbs est un algorithme probabiliste par opposition par exemple à celui de la
maximisation de l’espérance qui est déterministe. Cela revient à dire que nous adop-
tons une stratégie où nous calculons une solution approximativement correcte en un
temps réduit plutôt que de calculer une solution exacte en un temps arbitrairement
lent. Enfin, l’échantillonnage de Gibbs est adapté à notre approche qui est fondée
sur le modèle de l’allocation latente de Dirichlet qui est également probabiliste.

3.2.2 Présentation de notre approche

L’allocation latente de Dirichlet (LDA) de [Blei 2003] est un modèle probabiliste
génératif, construit pour des collections de groupes de données à caractère discret.
Chaque groupe est considéré comme un mélange aléatoire d’un ensemble de thèmes
dits latents. Chaque thème est une distribution de probabilités sur le vocabulaire de
la collection de documents. LDA étant applicable sur toute collection de données à
caractère discret, nous utiliserons le modèle dans le cadre du traitement automati-
que/statistique du langage naturel (NLP).

Nous nous référons à la collection de documents comme corpus et aux données
comme des mots. LDA est un modèle de mélange de distributions dont l’hypothèse
principale sur les données est que ces dernières sont générées à partir d’un mélange
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wd,n
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θθθd

φφφk
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mots n

documents d

thèmes k

Figure 3.3 – Illustration du réseau bayésien de l’allocation latente de Dirichlet, les
variables observées sont en gris, ici les mots wd,n.

de distributions, et non pas d’une seule distribution.
Le modèle probabiliste génératif de LDA est utilisé pour l’apprentissage non

supervisé des variables latentes qui sont, le thème z affecté au mot w, la distribution
θd des thèmes zd dans chaque document et enfin la distribution φk des mots dans
chaque thème z. Ces variables aléatoires font partie d’un modèle génératif structuré
avec les réseaux bayésiens.

(a) (b) (c)

Figure 3.4 – (a) Distribution presque uniforme de Dirichlet avec ααα =

{0.99, 0.99, 0.99}. (b) Distribution symétrique de Dirichlet quand ααα → ∞ avec
ααα = {50, 50, 50}. (c) Distribution asymétrique de Dirichlet ααα = {15, 2, 5}

Le modèle génératif de LDA illustré dans la figure 3.3 décrit la distribution
jointe de l’équation 3.6 qui est un mélange des dépendances conditionnelles entre
les différentes distributions de probabilités qui sont θd et φk. Chaque document d
a différentes proportions de thèmes qui sont représentées par la distribution θd. À
chaque position dans le document d, un thème z est échantillonné à partir de θd.
Enfin un mot est choisi en fonction de la distribution des mots φk dans le thème z.
Les deux distributions θd et φk sont représentées par deux distributions de Dirichlet
avec α et β comme hyper-paramètres.

Définition 3.2 (Distribution de Dirichlet). Soient α1, α2, ..., αK des réels tous stric-
tement positifs. Une distribution de Dirichlet d’exposants α1, α2, ..., αK (également
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appelés les hyperparamètres) possède une densité de probabilité de la forme sui-
vante :

Dir(θθθ|ααα) =
1

B(ααα)

K∏

k=1

θαk−1

Cette densité de probabilité est définie sur le domaine du simplexe, i.e., l’ensemble
des vecteurs sont définis tel que 0 ≤ θk ≤ 1 et

∑K
k=1 θi = 1.

et où B(α1, α2, ..., αK) est la généralisation de la fonction beta 2 de deux variables
à K variables (voir annexe B.1.1) :

B(ααα) :=

∏K
i=1 Γαi
Γ(α0)

où α0 :=
∑K

i=k αk.
et Γ est la fonction Gamma, qui satisfait Γ(x+ 1) = xΓ(x) et Γ(1) = 1.

Nous utiliserons dans nos travaux sur la catégorisation de textes des a priori
modélisés par distributions de Dirichlet symétrique, avec α et β ayant une seule
valeur. Les hyper-paramètres α et β spécifient la nature des a priori sur θd et φk.
L’hyper paramètre α peut être interprété comme une observation a priori sur la taille
du mélange des thèmes dans un document d [Steyvers 2007]. L’hyper paramètre β à
son tour peut être interprété comme une observation a priori sur la taille du mélange
des mots w dans un thème z [Steyvers 2007, Minka 2000].

LDA et les hyper-paramètres. Le choix de la distribution de Dirichlet est basé
sur deux axes : le premier est que la distribution de Dirichlet est une distribution
de probabilités sur des proportions multinomiales. C’est-à-dire au lieu de tirer di-
rectement X (e.g. mots) de la distribution ααα (e.g. thème), on injecte un a priori
avec un choix de α1, α2, ..., αK . L’a priori de Dirichlet nous dicte le choix de la
distribution ααα la plus probable de générer X. Le deuxième axe est que le choix des
hyper-paramètres α joue le rôle de régulateur pour éviter le sur-apprentissage, par
exemple dans la figure 3.4 ααα < 1 nous donne une distribution uniforme des propor-
tions. Par exemple, dans le modèle LDA, une valeur de ααα > 1, résulterait dans une
taille plus grande du mélange de thèmes dans un document. Une forte valeur de
βββ, résulterait dans une taille plus importante du mélange de mots dans un thème.
C’est-à-dire, que le thème en question pourra comporter presque tous les mots du
vocabulaire V de la collection de documents.

La partie graphique de la figure 3.3 est représentée par un graphe dont les som-
mets (i.e. noeuds) sont des variables aléatoires X = X1, ..., Xn. La disposition des
sommets dans la structure imposera des contraintes sur leurs dépendances (définition
B.2) permettant de ce fait une factorisation de la distribution jointe en un produit
de facteurs. Cette factorisation permet d’écrire la distribution jointe (e.g. équation
3.6) de façon malléable ne faisant intervenir qu’un petit nombre de variables. Une

2. L’étude de la fonction Beta est présentée dans l’annexe B.1.1
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écriture plus simple (i.e courte) de la distribution jointe permet d’utiliser des algo-
rithmes plus performants et plus rapides comparés à la palette d’algorithmes que
l’on peut utiliser sur des écritures plus formelles et plus longues [Koller 2009].

Avec l’utilisation du réseau bayésien illustré dans la figure 3.3 il est possible de
réécrire la distribution jointe de l’équation 3.6 comme suit :

p(θ, φ, z|w,α, β) =
p(θ, φ, z, w|α, β)

p(w,α, β)
(3.7)

Avec l’équation 3.7, il y a une translation de la problématique de la détection
de thème vers une problématique d’inférence bayésienne où il s’agit de calculer
la distribution a posteriori p(θ, φ, z|w,α, β) (se référer à l’annexe B.1.1 pour un
rappel sur le raisonnement bayésien). Ceci revient à inverser le processus génératif
et apprendre les quantités latentes décrites dans le modèle en tenant compte des
données observées.

3.2.3 Opérationnalisation de notre approche

Le calcul de cette distribution a posteriori est le problème clé de LDA, car
elle n’est pas calculable en temps polynomial à cause du facteur de normalisa-
tion p(w,α, β) [Heinrich 2004]. Effectuer une inférence exacte est un problème NP-
difficile [Cooper 1990], qui est approximativement résolu avec l’utilisation des mé-
thodes d’inférences approchées. Les deux méthodes les plus utilisées dans la litté-
rature sont les méthodes d’approximation variationnelle ([Beal 2003] voir l’annexe
B.1.1) et l’échantillonnage de Gibbs [Blei 2012]. Nous avons choisi d’utiliser l’échan-
tillonnage de Gibbs et plus particulièrement une version réduite pour apprendre les
distributions θ et φ en tirant aléatoirement un mot dans un thème et un thème
dans un document selon une distribution de proabbailité jusqu’à la convergence des
résultats.

3.2.3.1 Inférence avec l’échantillonnage de Gibbs

Le but de la simulation stochastique MCMC est de tirer aléatoirement des échan-
tillons d’une distribution de probabilité p(x) donnée afin d’approcher un état sta-
tionnaire de la chaîne de Markov qui correspondra à une approximation de la dis-
tribution a posteriori. Cette opération est répétée m fois sur la chaîne de Markov,
avec m étant le nombre d’itérations. Dans chaque itération, l’on fait un pas dans la
chaîne de Markov qui a pour état final la distribution a posteriori.

L’échantillonnage de Gibbs est l’une des méthodes de simulation stochas-
tique de Monte-Carlo avec une chaîne de Markov (Monte-Carlo Markov Chain).
L’échantillonnage de Gibbs est un cas particulier de l’algorithme de Métropolis
[Metropolis 1953] et de son extension par Hastings [Hastings 1970]. L’appellation
échantillonnage de Gibbs a été utilisée la première fois dans les travaux de Geman
[Geman 1984] où il s’agissait de générer des observations à partir d’une distribution
de Boltzmann.
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Les avantages de l’échantillonnage de Gibbs par rapport à la méthode de
Metropolis-Hastings sont : sa capacité de gestion des échantillons i.i.d. et sa ca-
pacité de simulation de distributions multidimensionnelles. Ceci fait de la méthode
de Gibbs la candidate parfaite pour les modèles bayésiens hiérarchiques (définition
3.1).

Algorithme 1 Algorithme de l’échantillonnage de Gibbs
1: Initialiser aléatoirement θθθ
2: Initialiser t = 0
3: tant que Convergence non obtenue et t < m faire
4:
5: θt+1

1 ∼ p(θ1|θt2, θt3, . . . , θtd,XXX)
6:
7: θt+1

2 ∼ p(θ2|θt1, θt3, . . . , θtd,XXX)
8:
9: θt+1

d−1 ∼ p(θd−1|θt+1
1 , θt+1

2 , . . . , θtd,XXX)
10:
11: θt+1

d ∼ p(θd|θt+1
1 , θt+1

2 , . . . , θt+1
d−1,XXX)

12:
13: θ = θk+1

14: t = t+ 1

Dans l’échantillonnage de Gibbs, nous initialisons aléatoirement le vecteur θθθ de
paramètres et, à chaque itération, les d composantes de θθθ sont générées les unes
après les autres conditionnellement aux autres composantes (voir algorithme 1) et
au vecteur XXX de données observées. Il a été prouvé théoriquement que la conver-
gence de l’échantillonnage de Gibbs est garantie [Resnik 2010]. Cependant, il n’y a
pas de méthode précise pour savoir de combien d’itérations m l’on nécessite pour
atteindre un état stationnaire de la chaîne de Markov, ou de combien d’outils pour
diagnostiquer la convergence. Ceci représente l’un des inconvénients majeurs de la
méthode. Dans nos expérimentations nous avons choisi m = 1000.

3.2.3.2 Inférence avec l’échantillonnage de Gibbs réduit

Lors de l’application de l’échantillonnage de Gibbs sur le modèle LDA, nous
sommes intéressés par les quantités latentes suivantes :

— la proportion θd des thèmes dans les documents,
— la proportion φ(z) des mots dans les thèmes
— et l’étiquetage zi de chaque mot par un thème.
Pour calculer ces quantités latentes, nous pouvons dériver les distributions condi-

tionnelles qui leur sont associées en appliquant l’approche classique de l’échantillon-
nage de Gibbs telle qu’elle est décrite dans l’algorithme 1.

p(zi | z−i, α, β, w) (3.8)

où z−i représente toutes les allocations de thèmes sauf pour zi.
Cependant, il est à noter que les deux quantités latentes relatives aux distribu-

tions θd et φ(z) peuvent être calculées à partir de simples statistiques que fournit
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l’étiquetage thématique zi. Nous appliquons donc l’échantillonnage de Gibbs uni-
quement sur l’a posteriori décrit dans l’équation 3.8 pour obtenir la probabilité
qu’un thème zi soit assigné à un mot wi étant donné toutes les autres affectations
de chaque thème à chaque mot dans le vocabulaire V .

Algorithme 2 Echantillonage de Gibbs appliqué à LDA
Précondition : w mots dans le corpus de document D = (d1, d2, . . . , dn)
1: Initialiser aléatoirement z
2: pour tout itérations faire
3: pour tout w ∈ di, di ∈ D et zi dans z faire
4: ndi,zi = ndi,zi − 1
5: nw,zi = nw,zi − 1
6: nzi = nzi − 1
7: pour tout thème j dans K thèmes faire
8: Calculer P (zi = j|zi, w)
9: zi ∼ p(z|.)
10: ndi,zi = ndi,zi + 1
11: nw,zi = nw,zi + 1
12: nzi = nzi + 1
13: Calculer φ(z)

14: Calculer θd
15: retour de l’algorithme : z, φ(z), θD

φ̂
(w)
j =

n
(w)
j + β

n
(·)
j + V β

(3.9)

θ̂
(d)
j =

n
(d)
j + α

n
(d)
· +Kα

(3.10)

L’équation 3.9 est l’estimation bayésienne de la distribution des mots dans les
thèmes.

L’équation 3.10 est l’estimation bayésienne de la distribution des thèmes dans
les documents.

P (zi = j | z−i, w) ∝
nwi−i,j + β

n
(·)
−i,j + V β

ndi−i,j + α

ndi−i,· +Kα
(3.11)

Où nwi−i,j est le nombre d’occurrences du mot wi dans le thème j. n(·)−i,j est le nombre
d’occurrences de tous les autres mots dans le thème j. ndi−i,j est le nombre d’occur-
rences du thème j dans le document di. Enfin, ndi−i,· est le nombre d’occurrences
de tous les autres thèmes dans le document di. Ces notations ont été reprises des
travaux de [Griffiths 2004].

La quantité dans l’équation 3.8 est alors calculée par l’équation 3.11 qui est
obtenue en intégrant sur les deux distributions θd et φ(z). Ils sont calculés à leur
tour par l’équation 3.9 et 3.10. Cette approche de l’échantillonnage est appelée
échantillonnage de Gibbs réduit [Griffiths 2004, Steyvers 2007], elle est décrite dans
l’algorithme 2.
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Figure 3.5 – Modélisation probabiliste d’un texte avec les différentes distributions
des mots dans les thèmes à gauche de la figure et la modélisation de leurs proportions
respective dans chaque document à droite de la figure. Illustration de [Blei 2012]

Après application de l’algorithme 2, nous obtenons la distribution φ des mots
dans les thèmes et la distribution θ des thèmes dans les documents. L’exemple donné
dans la figure 3.5 illustre la distribution de thèmes θ à droite de la figure, chaque
mot est affecté à un thème z, ceci est illustré par les pastilles de différentes couleurs.
La distribution des mots dans les thèmes est illustrée à gauche de la figure.

Dans cette section, nous avons abordé notre problématique d’apprentissage des
thèmes à partir d’un corpus de textes. Pour cela nous avons présenté la mathé-
matisation des corpus de textes à travers la structure de données matrice. Cette
matrice soulève un problème de dimensionnalité, c’est pour cette raison que nous
avons introduit les modèles génératifs au travers de l’allocation latente de Dirichlet
(LDA), ce qui nous évite la manipulation de la matrice de grande dimension. LDA
est un modèle graphique probabiliste représenté par un réseau bayésien qui nous
permet d’appliquer un raisonnement bayésien sur la problématique d’apprentissage
des thèmes. De plus, le raisonnement bayésien nous offre un cadre de travail pour
utiliser les algorithmes stochastiques pour l’approximation de l’a posteriori tel que
l’algorithme de Gibbs que nous avons utilisé pour calculer la distribution des thèmes
dans un document. Le résultat de cette stratégie nous a permis d’obtenir une re-
présentation thématique des textes qui est traitable et efficace. Dans la prochaine
section nous allons définir un modèle de proximité en utilisant la prétopologie. Ceci
afin de résoudre la deuxième problématique qui est la classification des textes en
tenant compte de leur structure thématique.
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3.3 La prétopologie comme modèle de proximité

Nous avons choisi d’appliquer sur une collection de documents la méthode de
l’allocation latente de Dirichlet afin d’obtenir une représentation thématique où les
documents sont décrits dans l’espace sémantique par des distributions de probabili-
tés. Afin de regrouper les documents par thèmes, nous avons besoin de connaître les
relations de proximités d’un document par rapport à un autre. Nous développerons
cette notion de voisinage en faisant appel aux axiomes de la prétopologie.

L’observation des mouvements de la structure thématique au cours du temps au
sein de l’espace sémantique est envisagée par une adaptation de la prétopologie.

La prétopologie est un outil de modélisation mathématique du concept
de proximité dans les espaces discrets. [Belmandt 2011]

Elle correspond à un affaiblissement de l’axiomatique de la topologie mathéma-
tique pour fournir un outil mathématique mieux adapté à l’analyse des phénomènes
rencontrés dans des espaces discrets. Dans notre cas elle permet d’interpréter les
relations thématiques entre un groupe de documents.

3.3.1 Les espaces prétopologiques comme espace sémantique

La prétopologie nous permet de concevoir des outils puissants pour la classifica-
tion automatique supervisée et non supervisée grâce à des concepts comme la dila-
tation, l’adhérence, la fermeture, les fermés minimaux. Nous utilisons ces concepts
pour structurer l’espace d’analyse des données. Dans cette section, nous présentons
les définitions des concepts généraux de la théorie de la prétopologie. Le but de
présenter cette série de définitions est d’introduire la liste d’outils dont nous nous
servirons pour associer les textes dans un ensemble de voisinages.

Soit E un ensemble non vide dont les éléments sont des documents, et P(E)

l’ensemble des parties de E. Nous souhaitons structurer les documents en des
sous-ensembles appelés voisinages. Les documents qui sont dans le même voisinage
doivent posséder la même structure thématique. Pour ce faire, nous allons utiliser
les espaces prétopologiques.

Définition 3.3. On appelle espace prétopologique le triplet (E, i, a)

Où E est notre ensemble de documents, a est la fonction d’adhérence, i est la
fonction d’intérieur.

Définition 3.4. Nous appelons adhérence une application a : P(E) dans P(E) tel
que :

P1 : a(∅) = ∅;P2 : ∀A ⊂ E,A ⊂ a(A) (3.12)
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E

A
a(A)

a(a(A))

a(∅) = ∅;∀A ⊂ E,A ⊂ a(A)
Fonction d′adhérence

Figure 3.6 – Définition d’une fonction d’adhérence sur les points d’un ensemble E

L’adhérence est associée au processus de dilatation. Selon la manière avec laquelle
nous l’implémentons, l’adhérence permet de récupérer pas à pas des éléments à son
sous-ensemble de départ. Par exemple, dans la figure 3.6 l’ensemble de départ est
en bleu foncé et l’application successive de l’adhérence nous a permis de récupérer
d’autres éléments.

Définition 3.5. Nous appelons intérieur une application i : P(E) dans P(E) tel
que :

i(E) = E; ∀A ⊂ E, i(A) ⊂ A (3.13)

L’intérieur est associé au processus d’érosion.
L’espace prétopologique que nous avons défini à ce niveau nous ne permet pas

de définir un voisinage, car les propriétés P1, P2 ne sont pas suffisantes. Nous devons
utiliser un espace prétopologique de type V qui possède la propriété d’inclusion de
l’adhérence d’un ensemble dans l’adhérence d’une autre. Cette dernière nous permet
de définir la notion de voisinage et elle est définit comme suit :

P3 : ∀A,A ⊂ E,∀B,B ⊂ E,A ⊂ B → a(A) ⊂ a(B) (3.14)

En appliquant le principe de la dualité (voir équation 3.12), la propriété P3

définie est valable aussi pour l’érosion i(.). La définition d’un espace prétopologique
de type V est donc comme suit :

Définition 3.6. (E, i, a) est dit un espace prétopologique de type V ssi a(.) possède
les propriétés P1, P2, P3.

Pour les autres types d’espaces prétopologiques nous vous invitons à vous référer
à [Belmandt 2011].

À partir de l’espace prétopologique de type V et de l’application de l’adhérence,
le voisinage et base de voisinage d’un élément x, par exemple un document, est défini
dans ce qui suit.
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Définition 3.7. Soit (E,i,a) un espace prétopologique de type V. V ⊂ E, est un
voisinage de x ssi ∀x ∈ E, x ∈ i(V ). L’ensemble de voisinage de x est noté V(x) =

{V ⊂ E/x ∈ i(V )}.

À partir la définition 3.7, nous obtenons le résultat suivant dont la preuve se
trouve dans [Belmandt 2011]. Soit ∀x ∈ E, un filtre des parties de E qui contiennent
x. Le filtre est représenté par une fonction W(x). Si on définit a(.) et i(.) de P(E)

dans P(E) alors :

a(A) = {x ∈ E|x ∈ W(x), V ∩A 6= ∅} (3.15)

i(A) = {x ∈ E|x ∈ W(x), V ⊂ A} (3.16)

Avec les définitions précédentes des applications d’adhérence et d’intérieur,
(E, i(.), a(.)) est est un espace prétopologique de type V et ∀x ∈ E, les éléments de
W sont appelés voisinage de x.

Définition 3.8. Soit (E, i(.), a(.)) un espace prétopologique de type V et ∀x ∈ E
soit V(x) le préfiltre des parties de E qui contiennent x. On appelle base de V(x)

toute famille B(x) tel que :

∀V, V ∈ V, ∃B,B ∈ B(x), B ⊂ V (3.17)

À partir de la définition 3.8, nous obtenons le résultat suivant dont la preuve se
trouve dans [Belmandt 2011]. Soit (E, i(.), a(.)) un espace prétopologique de type V
et B(x) la base de V(x) alors :

a(A) = {x ∈ E|∀B,B ∈ B(x), B ∩A 6= ∅} (3.18)

i(A) = {x ∈ E|∃B,B ∈ B(x), B ⊂ A} (3.19)

À partir de l’ensemble des voisinages construit, nous souhaitons structurer notre
espace prétopologique en un ensemble de fermés c’est-à-dire des voisinages qui n’évo-
luent plus en taille. Ceci est utile pour reconnaître par exemple le nombre de parti-
tions dans une collection de documents.

3.3.2 Les fermés comme outils de caractérisation de la structure

Définition 3.9. Étant donné un espace prétopologique (E, a(.)), et ∀A,A ⊂ E. On
nomme A comme étant un sous ensemble fermé ssi a(A) = A.

Le processus de dilatation généré par l’adhérence s’arrête à un instant donné
et n’évolue plus. Dans ce cas, on a ak+1(A) = ak(A) (voir 3.3.2). Dans ce cas l’on
définit une fermeture F comme suit :

Définition 3.10. Étant donné un espace prétopologique (E, a(.)), et ∀A,A ⊂ E.
On nomme la fermeture de A, le plus petit sous ensemble fermé de (E, a(.)) qui
contient A. La fermeture de A est noté F (A).
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E

A
a(A)

a(∅) = ∅;∀A ⊂ E,A ⊂ a(A)
Fonction d’adhrenceFermeture d’un ensemble F (A)
F (A) est l’intersection de tous les sous ensembles
qui contiennent A

t

x

z

Ft = Fx = FzFt = {x, z, t} ∪A

Figure 3.7 – Illustration du principe de la fermeture d’un ensemble

Notons que l’on nomme A comme étant un sous ensemble ouvert ssi A = i(A).
Dans ce travail de thèse, ne nous intéressant pas à ce type de sous ensemble. Dans
l’étude du phénomène de diffusion nous nous intéresserons uniquement aux sous-
ensembles qui se propagent sans diffuser vers l’extérieur. Cependant, ils peuvent tou-
jours être influencés par d’autres diffusions. Ceci n’est pas le cas des sous-ensembles
ouverts définit par i(.).

Proposition 3.1. Dans tout espace prétopologique de type V, étant donné un sous-
ensemble A de E, la fermeture de A existe toujours.

Alors, dans un espace prétopologiqe de type V, étant donné un ensemble fini E,
la fermeture F (A) existe toujours et peut être calculée par la propriété suivante, qui
est aussi utile pour calculer la distance entre les éléments E.

∃k < |E|, F (A) = ak(A) = a(ak−1(A)) (3.20)

Dans cette sous-section, nous avons présenté notre méthode pour la représenta-
tion des textes dans un espace prétopologique. Par la suite, nous avons modélisé la
notion de voisinage dans l’espace créé avec des axiomes de la prétopologie. Suite à
cette modélisation, nous avons pu définir une fonction de proximités entre les docu-
ments et le nombre de partitions dans lequel ils peuvent se regrouper. Afin d’évaluer
cette classification, plusieurs mesures dans l’état de l’art sont proposées.

3.3.3 Mesures d’évaluation des modèles non supervisés de classifi-
cation de textes

Nous nous intéressons dans cette section aux mesures de concordance des groupes
issus des résultats de classification menés par des algorithmes d’apprentissage non
supervisé. L’indice de Rand ajusté et l’information mutuelle sont parmi les critères
les plus utilisés pour évaluer les groupes de données. Nous présentons également la
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mesure de la perplexité qui est la mesure la plus populaire pour évaluer les modèles
probabilistes comme LDA.

3.3.3.1 Indice de Rand ajusté

L’indice de Rand ajusté [Hubert 1985] ou ARI pour Adjusted Rand Index est
une adaptation ajustée de l’indice de Rand en calculant Indice−Indice attendu

Indice maximum−Indice attendu .
Il est défini comme suit :

ARI =
RI(P,Q)− E(RI(P,Q)||P |, |Q|)

RImax(P,Q)− E(RI(P,Q)||P |, |Q|) (3.21)

ARI =

∑
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où nij , ni◦, n◦j , n, sont des valeurs de la table de contingence 3.1. P et Q, sont
les deux groupes de données dont nous cherchons à évaluer la concordance.

P \Q Q1 Q2 · · · Ql Sommes
P1 n11 n12 · · · n1l n1◦
P2 n21 n22 · · · n2l n2◦
...

...
...

. . .
...

...
Pk nk1 nk2 · · · nkl nk◦

Sommes n◦1 n◦2 · · · n◦l
∑

ij nij = n

Table 3.1 – La table de contingence. nij = |Pi ∩ Qj | est le nombre de d’objets en
commun entre le groupe de données Pi et Qi.

3.3.3.2 Information mutuelle ajustée

L’information mutuelle ajustée [Vinh 2010] our AMI pour Adjusted Mutual In-
formation, est une adaptation ajustée de l’information mutuelle. Comme ARI,
AMI est défini selon la formule générale de l’indice ajusté qui est égale à

Indice−Indice attendu
Indice maximum−Indice attendu .

AMI(P,Q) =
MI(P,Q)− E{MI(P,Q)}

max {H(P ), H(Q)} − E{MI(P,Q)} (3.23)

où

H(P ) = −
k∑

i=1

ni◦
n

log
ni◦
n

est la mesure de l’entropie ; et

MI(P,Q) =

k∑

i=1

l∑

j=1

nij
n

log
nij/n

ni◦n◦j/n2
.
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MI pour Mutual Information représente l’information mutuelle et E représente l’es-
pérance mathématique. P et Q sont les deux groupes de données issues de l’algo-
rithme de classification que l’on cherche à évaluer.

La valeur de ARI et AMI est limité à 1. Plus la valeur est proche de 1, plus
l’entente entre les deux partitions P et Q sur les instances qu’elles contiennent est
importante.

3.3.3.3 Évaluation avec la perplexité

La mesure de la perplexité est utilisée pour évaluer la capacité d’une distribution
de probabilité ou d’un modèle probabiliste à prédire la valeur d’un échantillon de
données. Plus la perplexité est faible plus le modèle est meilleur. Par exemple, si la
perplexité d’une implémentation LDA est faible, ceci voudrait dire que les prédic-
tions au niveau de la distribution des mots dans les thèmes et la distribution des
thèmes dans les documents est bonne.

Pour évaluer la qualité de prédiction de LDA, nous entraînons le modèle sur une
collection de documents appelée Dentrainement et nous mesurons le logarithme de
la vraisemblance, étant donné le modèle entraîné, de la collection de documents mis
à part, appelée Dtest. Cette évaluation est appelée la perplexité du jeu de données
de test et elle est définie comme suit :

exp(− 1

Ntest
log p(xtest)) (3.24)

Dans le cas de l’évaluation de LDA, le jeu de données de test est constitué d’une
collection de documents dénotés Dtest qui n’ont pas été utilisés lors de l’entraîne-
ment de LDA.

p(xtest) = exp(−
∑M

m̃=1 log p( ~̃Wm̃ |M)
∑M

m̃=1Nm̃

) (3.25)

Où

log p( ~̃Wm̃ |M) =

V∑

w=1

nwm̃ log

K∑

k=1

φk,w × θm̃,k (3.26)

~̃Wm̃ est le vecteur de mots dans le document m̃. φk,w et θm̃,k utilise les résultats
de LDA entraîné avec la collection de documents Dentranement. nwm̃ est l’occurrence
du mot w dans le document m̃ du jeu de données Dtest. Enfin Nm̃ est le nombre
de mots dans le document m̃ dans la collection Dtest. À noter que, la littérature
[Wallach 2009] offre une autre façon de calculer la perplexité avec le nombre d’échan-
tillons s issus de l’algorithme de Gibbs. Le logarithme de la vraisemblance est décrit
comme suit :

p(xtest) =
∏

ij

log
1

S

∑

s

∑

k

θ̂sjkφ̂
s
xijk

(3.27)

θ̂sjk =
α+ nsjk

Kα+
∑

k n
s
jk

φ̂sxijk =
β + nswk
Wβ + nsk
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Dans ce chapitre, nous avons formalisé le problème de la classification des textes
par l’utilisation des modèles génératifs. Ces modèles nous font éviter la manipulation
des matrices creuses à grande dimension qui représente les collections de textes. Nous
avons également introduit les notions nécessaires à la modélisation d’un concept
souple de proximité thématique. L’utilisation de ces notions est développée dans le
chapitre suivant.



Chapitre 4

Classification des textes et gestion
du passage à l’échelle

Résumé : Les collections de textes évoluent dans le temps et les thèmes qu’elles
contiennent changent également : un thème majeur à un moment t peut devenir obso-
lète au moment t+ 1. Nous avons donc besoin d’une part d’un algorithme de classification
qui intègre à la fois les thèmes majeurs et les thèmes qui sont susceptibles de l’être. D’autre
part, le traitement d’une collection de textes qui évoluent dans le temps constitue un défi
scientifique en raison du passage à l’échelle. Dans ce chapitre, nous proposons un algorithme
de classification multicritères et une version distribuée de l’allocation latente de Dirichlet
pour gérer le passage à l’échelle.

Nous adressons dans ce chapitre, le problème de la classification des textes et
celui de la gestion du passage à l’échelle. Notre contribution se résume en la proposi-
tion d’une nouvelle méthode pour la classification des textes et une implémentation
d’une version distribuée de l’allocation latente de Dirichlet.

La méthode de la classification de textes que nous proposons est basée sur l’ana-
lyse de la structure de l’espace sémantique avec la prétopologie (section 3.3.1).
Chaque document dans cet espace est un vecteur de probabilités qui représente la
distribution des thèmes présents dans le document. L’appartenance à une partition
ou un groupe de documents est calculée avec deux critères : un critère sémantique et
un critère quantitatif. Le critère sémantique est représenté par les thèmes majeurs
dans chaque document. Le critère quantitatif est représenté par les distributions de
probabilités des thèmes présents dans chaque document.

L’implémentation d’une version distribuée de l’allocation latente de Dirichlet
(LDA) est basée sur la division d’un grand corpus de textes sur plusieurs unités de
calculs ou plusieurs agents. Chaque agent exécute un calcul sur la portion de textes
qu’il a reçu et fait remonter ses résultats à un seul superviseur. Ce dernier coordonne
l’ensemble des résultats et fournit en sortie, avec la même précision qu’une version
séquentielle de LDA, la distribution des thèmes dans les documents et la distribution
des mots dans les thèmes.

Ce chapitre est organisé comme suit. Dans la première section, nous présentons la
méthode de classification multicritères. Dans la deuxième section, nous introduisons
notre proposition pour la gestion de la problématique du passage à l’échelle.
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4.1 Classification multicritères

Dans cette partie, nous adressons la classification de textes avec une nouvelle
méthode. Avec cette méthode nous souhaitons classifier des textes en tirant parti
des thèmes majeurs (information qualitative) que partagent les textes et la distance
entre deux distributions de probabilités qui sont contenues dans la représentation
des textes. Cette approche est portée par notre motivation de suivre l’évolution des
thèmes dans une collection de textes. Notre hypothèse est que ceci est possible si
nous classifions les textes en tenant compte des thèmes majeurs à un temps t mais
également des thèmes qui sont susceptibles de devenir importants à un thème t+1.

Nous décrivons notre méthode qui consiste à classifier des documents en utilisant
la prétopologie, la méthode de l’allocation latente de Dirichlet (LDA) et l’algorithme
K-means. Nous rappelons que l’algorithme K-means est une méthode de classifica-
tion non supervisée qui consiste à regrouper un ensemble de données en différents
sous-ensembles. Les données au sein du même sous-ensemble doivent avoir une dis-
tance minimale qui les sépare du centroïde et une distance maximale par rapport
aux centroïdes des autres sous-ensembles. Cette distance est appelée mesure de si-
milarité. Malgré qu’il soit largement utilisé pour la classification des documents,
l’algorithme K-means possède deux limitations qui consiste en l’initialisation du
nombre de sous-ensembles k avant exécution de l’algorithme, et le choix aléatoire
des centroïdes des différents sous-ensembles de données.

Notre approche peut être résumé comme suit :

1. Nous calculons la distribution de thèmes pour chaque document di dans le
corpus D en utilisant LDA.

2. Nous définissons deux façons d’associer les documents : une première re-
lation binaire RMTP basée sur les thèmes majeurs en commun entre deux
documents, et une deuxième RdH basée sur la distance de Hellinger entre les
différentes distributions de thèmes.

3. Nous définissons une fonction d’adhérence à partir des deux relations RMTP

et RdH .

4. Nous définissons une nouvelle distance par une application successive de
l’adhérence que nous avons définie. Ceci nous permet de calculer l’ensemble
des fermés et les sous-ensembles de fermés minimaux. Nous utilisons les ré-
sultats du calcul des sous-ensembles de fermés minimaux pour l’initialisation
des paramètres de K-means.

5. Nous appliquons l’algorithme de K-means pour la classification des docu-
ments en utilisant d’abord les paramètres issus du calcul des sous-ensembles
de fermés minimaux, ensuite la distance construite avec l’application de
l’adhérence, et enfin les centroïdes qui sont aussi calculés avec l’utilisation de
l’adhérence que nous avons définie.

Nous reviendrons en détails sur chaque point dans les sous-sections suivantes.
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4.1.1 Structuration des documents avec LDA

Rappelons que LDA a comme donnée d’entrée une matrice de cooccurrences des
mots dans les documents. En sortie, et après exécution de l’algorithme de Gibbs,
le modèle fournit deux matrices : la matrice document-thème θ ∈ RM×K et la
matrice thème-mot φ ∈ RK×V .

La matrice φ est composée de K lignes, chaque ligne correspond au vecteur de
probabilités φi ∈ RV , ∀i ∈ K. Les probabilités φi, représentent les proportions
de chaque mot j ∀j ∈ V dans le thème i∀ i ∈ K. Les mots avec une coordonnée
j ∀j ∈ V avec une forte valeur φij sont considérés comme des mots représentatifs du
thème i. En parcourant ces mots, nous pouvons inférer la représentation sémantique
de chaque thème sans regarder le contenu de chaque document.

La matrice θ ∈ RM×K est composée de M lignes, chaque ligne correspond au
vecteur de probabilités θi ∈ RK ,∀i ∈ K. Les probabilités dans θi représentent les
proportions de chaque thème dans le documentm ∀m ∈M . Les documents avec une
forte valeur θim peuvent être représentés par le thème m. Les documents avec une
faible valeur θim quelque soit le thème i peuvent être considérés comme un "bruit"
dans la collection de documents D. Nous pouvons inférer l’appartenance de chaque
thème à chaque document en parcourant les distributions de probabilités θi ∈ RK .

En utilisant LDA, nous pouvons donc caractériser un document selon sa distri-
bution de thèmes mais nous pouvons également l’étiquetter avec un thème possédant
une forte valeur de probabilité.

4.1.2 Association des documents par des relations binaires

Dans cette sous-section, nous définissons deux façons d’associer les documents.
La première est basée sur les thèmes possédant une forte probabilité que deux do-
cuments partagent et la deuxième est basée sur la distance entre leur distribution
de thèmes respective.

Association des documents par les thèmes majeurs

D’abord, nous associons deux documents dn, dm s’ils partagent des thèmes pos-
sédant une probabilité supérieur à un seuil p0. Ce seuil est choisi au moment des
expériementations et il est fixé après plusieurs itérations. Nous appelons ces thèmes
des thèmes majeurs et nous les définissons comme suit :

Définition 4.1 (Ensemble des thèmes majeurs). Dans la collection de documents
D, nous nous référons à l’ensemble des thèmes majeurs dénoté MTP (di), comme
l’ensemble des thèmes ayant une probabilité supérieure au seuil p0 parmi la distri-
bution de thèmes dans le document di. Où p0 ≤ 1/K, et K est le nombre de thèmes.
MTP (di) = {k | θik = maxj θij et θik ≤ p0}.

L’association des documents par les thèmes majeurs est définie comme suit

Définition 4.2. Un document dm est associé à un document dn par la relation
binaire RMTP si MTP (dm) ∩MTP (dn) = ∅
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Association des documents par la distance de Hellinger

Ensuite, nous associons deux documents dn, dm si tous les thèmes qu’ils
contiennent sont proches ou similaires. Nous pouvons utiliser la distance entre deux
vecteurs de probabilités qui représente à chacun la distribution des thèmes dans
un document. En considérant la distribution de probabilités d’un document comme
un vecteur, nous avons le choix entre plusieurs distances, par exemple, la distance
euclidienne, le coefficient de Jaccard, le coefficient de la corrélation de Pearson, etc.
Néanmoins, et puisque nous travaillons avec des distributions de probabilités il est
préférable de choisir des distances qui sont plus adaptées, comme la divergence de
Kullback-Leibler, la distance de Bhattacharyya, la distance de Hellinger, etc. Nous
avons choisi de travailler avec la distance de Hellinger, car c’est métrique qui est
utilisée pour mesurer la déviation entre deux distributions de probabilité, elle est
facile à calculer et elle est surtout définie dans [0, 1].

Définition 4.3. Étant donné deux distributions de probabilités P = (p1, . . . , pk) et
Q = (q1 . . . qk), la distance de Hellinger entre ces dernières est définie de la manière
suivante :

dH(P,Q) =
1√
2

√√√√
k∑

i=1

(
√
pi −

√
qi)2 (4.1)

La distance de Hellinger est liée à la norme euclidienne de la différence entre les
racines carrées des vecteurs en considération, i.e.

dH(P,Q) =
1√
2

∥∥√P −
√
Q
∥∥
2
.

La distance de Hellinger satisfait l’inégalité suivante 0 ≤ dH(P,Q) ≤ 1. Cette
distance est une métrique pour mesurer la déviation de la distribution P de la
distribution Q. La distance est égale à 0 si P = Q. La distance est égale à 1 si P est
complètement disjointe de Q. Plus la valeur de la distance de Hellinger est faible,
moins la première distribution dévie de la deuxième.

Nous proposons d’utiliser la distance dH pour mesurer la similarité entre deux
documents dm, dn représentés respectivement par leurs distributions de probabilités
θdm , θdn . À partir de cette distance, l’association des documents est définie comme
suit :

Définition 4.4. Un document dn est associé à un docuemnt document dn par la
relation binaire RdH si dH(dm, dn) ≤ d0, tel que 0 ≤ d0 ≤ 1, d0 est le seuil choisi
après plusieurs itérations dans nos expérimentations.

4.1.3 Construction de la fonction d’adhérence

À partir des relations binaires RMTP et RdH , nous pouvons construire une base
de voisinage (définition 3.8) d’un ensemble de documents et à partir de cette dernière
construire une fonction d’adhérence. Nous proposons pour la construction de la base
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Algorithme 3 Création d’une base de voisinage avec LDA
Précondition : Distribution θ des thèmes dans les documents.
Précondition : Corpus de documents D.
Précondition : RMTP , RdH : famille de relations binaires.
1: pour tout relation Ri ∈ {RMTP , RdH } faire
2: pour tout document dl ∈ D faire
3: pour tout document dj ∈ D faire
4: si Ri(dl, dj) alors
5: ajouter dj à Bi[dl]
6: retour B = [B1,B2]

de voisinage B l’algorithme 3 où l’on parcourt la collection de documents D et on
rajoute un document à B s’il est mis en relation avec d’autres documents par les
relations binaires RMTP et RdH .

Algorithme 4 Construction de la fonction d’adhérence en utilisant LDA
Précondition : Base de voisinage B = [B1,B2].
Précondition : Corpus de documents D.
1: aA() = A
2: pour tout document dl ∈ D faire
3: si A ∩ B1[dl] 6= ∅ OU A ∩ B2[dl] 6= ∅ alors
4: ajouter dl au sous-ensemble aA
5: retour l’adhérence aA().

La construction de la fonction d’adhérence est explicité dans l’algorithme 4. Deux
adhérences y sont proposées : une adhérence dans une prétopologie forte (avec une
opération d’intersection) et une adhérence dans une prétopologie faible (avec une
opération d’union).

Etant donnée RMTP et RdH qui nous avons définir sur l’ensemble fini E de
documents. Et considérant ∀i = 1, 2, . . . , n, ∀x ∈ E, le voisinage de document Vi(x)

est définit par :

Vi(x) = {y ∈ E|x RMTP y}Vi(x) = {y ∈ E|x RdH y} (4.2)

Nous appellons alors une prétopologie forte, induite par la famille RMTP et RdH , la
prétopologie définie sur E par as(.) utilisant l’opérateur d’intersection. 1

as(A) = {x ∈ E|∀i = 1, 2, . . . , n, Vi(x) ∩A 6= ∅} (4.3)

De la même façon, nous appelons une prétopolgie faible, induite par la famille
RMTP et RdH , la prétopologie définie sur E par aw(.) utilisant l’opérateur d’union.

aw(A) = {x ∈ E|∃i = 1, 2, . . . , n, Vi(x) ∩A 6= ∅} (4.4)

Proposition 4.1. as(.), aw(.) établissent une structure prétopologique sur E et les
espaces prétopologique (E, as(.)), (E, aw(.)) sont de type V.

1. la lettre s dans as(.) est pour dire strong en anglais (forte). La lettre w dans aw(.) est pour
dire weak en anglais (faible).
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4.1.4 Construction d’une distance avec l’application de l’adhérence

L’utilisation de K-means requière le calcul des centroïdes de chaque partition
de document. Les coordonnées du centroïde dans un espace multidimensionnel sont
calculées par la moyenne arithmétique de chaque dimension sur tous les points d’une
partition. Ce calcul n’est pas effectif dans l’analyse thématique catégorielle. La fonc-
tion d’adhérence que nous avons définie est utilisée pour examiner la similarité entre
deux documents, et ce en utilisant des données catégorielles (thèmes majeurs), mais
aussi des données numériques (la distance entre deux distributions de probabilités).
La fonction d’adhérence peut donc contribuer à améliorer les résultats de classifica-
tion de K-means.

Définition 4.5 (Distance construite à partir de l’adhérence). Pour un ensemble
fini E, nous définissons la distance, établie à l’aide de l’application de la fonction
d’adhérence sur deux sous-ensembles A,B ⊂ E, comme suit :

k0 = min(min{k | A ⊂ ak(B)},∞) (4.5)

k1 = min(min{k | B ⊂ ak(A)},∞) (4.6)

δ(A,B) = min(k0, k1) (4.7)

où ak(·) = ak−1(a(·)).
k est le nombre de pas dans le processus de dilatation décrit par l’adhérence.

A ⊂ ak(B) est le nombre de pas qu’il a fallu pour que A soit contenu dans l’adhérence
de B après un nombre k de pas.

Définition 4.6 (Distance intra-points). Nous appelons DA(x) la distance entre un
point x et les autres points dans un ensemble A

DA(x) =
1

|A|
∑

y∈A
δ(x, y). (4.8)

Dans le cas où les deux sous-ensembles A et B sont réduits à un seul élément
x et y, la distance est calculée avec δ(x, y). Pour la classification des documents
avec K-means, nous utilisons la distance δ(x, y) pour calculer la distance entre deux
documents (chaque document est représenté par sa distribution de thèmes est un
point x ∈ E). Nous utilisons la distance intra-pointsDA(x) pour claculer le centroïde
de A. Par exemple, x0 est choisi comme centroïde de A si DA(x0) = minx∈ADA(x).

4.1.4.1 Analyse de la structure de l’espace des documents avec les fer-
més minimaux

Les deux contraintes de k-means sont le nombre de partitions qui doit être pré-
déterminé et le choix aléatoire du centroïde initial pour le calcul des partitions. La
prétopologie nous permet de contourner ces contraintes en utilisant les résultats a
posteriori du calcul des sous-ensembles de fermés minimaux.
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Figure 4.1 – Illustration de l’application de la fonction d’un fermé élémentaire Fx
pour obtenir les fermés minimaux Fm = Fmj , j = 1, . . . , k

Définition 4.7. On appelle fermé élémentaire, noté Fx la fermeture d’un singleton
{x} de E. On note Fe(E, a) ou Fe, l’ensemble des fermés élémentaire de E. Alors
sur un espace prétopologique de type V, nous obtenons :

∀x ∈ E,∃Fx : fermeture de{x} (4.9)

Fe(E, a) = {Fx|x ∈ E} (4.10)

Définition 4.8. On appelle fermé minimal de E, tout élément de F (E, a), minimal
au sens de l’inclusion. C’est-à-dire qu’un fermé minimal ne peut pas contenir un
fermé plus petit que lui. L’ensemble des fermés minimaux est noté : Fm(E, a) ou
Fm.

Nous dénotons par Fm = {Fmj , j = 1, 2, . . . , k}, la famille des fermés minimaux
l’ensemble des sous-ensembles minimaux fermés dans Fe. Un résultat important est
que tout fermé minimal est obligatoirement élément de Fe, c’est-à-dire un fermé
élémentaire. Déterminer les fermés minimaux revient donc à explorer les éléments
de Fe et en extraire les éléments minimaux par la relation d’inclusion. La figure 4.1
illustre ce processus.

En exécutant l’algorithme 5 inspirée des travaux de [Levorato 2008] nous obte-
nons la famille des sous-ensembles de fermés minimaux. Cette famille caractérise la
structure sous-jacente de l’ensemble E des données. Le nombre des sous-ensemble
de fermés minimaux nous donne le nombre de partitions pour initialiser k-means.
Quand au centroïde initial il peut être calculer par l’utilisation de la distance intra-
points et ce pour chaque sous-ensemble minimal fermé telque c’est défini dans 4.9.

Définition 4.9. Pour tout fermé minimal Fmj tel que Fmj ∈ Fm, x0 est le centroïde
de Fmj Si DFmj

(x0) = minx∈FmjDFmj
(x).
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Algorithme 5 Algorithme de construction des fermés minimaux.
Précondition : Adhérence aA().
Précondition : Corpus de documents D.
1: Calculer la famille des fermés élémentaires Fe
2: Fm = ∅
3: tant que Fe 6= ∅ faire
4: Choisir F tel que F ⊂ Fe
5: Fe = Fe − F
6: Minimum = VRAI
7: F = Fe
8: tant que F 6= ∅ et Minimum est VRAI faire
9: Choisir G tel que G ∈ F

10: si G ⊂ F alors
11: Minimum = FALSE
12: sinon
13: si F ⊂ G alors
14: Fe = Fe −G
15: F = F −G
16: si Minimum est VRAI et F /∈ Fm alors
17: Fm = Fm ∩ F
18: retour Fm. Sous ensembles de fermés minimaux.

Algorithme 6 Algorithme de la classification mutli-critères
Précondition : Corpus de documents D.
1: Calculer θD avec l’échantillonnage de Gibbs.
2: Création de la base de voisinage B à partir de θD.
3: Calculer l’adhérence aA() sur la base B.
4: Calculer les fermés minimaux Fm avec l’adhérence aA().
5: k = |Fm| : nombre de regroupements
6: pour tout les regroupements k où i < k faire
7: pour tout Fmi ∈ Fm faire
8: Ajouter à M le centroïde de Fmi

9: tant que il y a changement dans les centroïdes faire
10: pour tout x ∈ E −M faire
11: Calculer la distance par adhérence δ(x,mi)∀i = 1, . . . , k
12: Trouver le centroïde m0 le plus représentatif des données tel que
13: δ(x,m0) = min δ(x,mi)∀i = 1, . . . , k
14: Fm0 = Fm0 ∪ {x}

Recalculer les centroïdes
15: retour Les regroupements de données {F1, F2, . . . , Fk}

4.1.4.2 L’algorithme de la classification multi-critère

Notre proposition pour une classification multi-critère d’un document est décrite
dans l’algorithme 6. Premièrement, LDA est appliquer sur une collection de docu-
ments pour calculer la distribution de thèmes dans chaque document représenté par
la distribution de probabilité θ. Deuxièmement, les thèmes majeurs de la collection
ainsi que la distance de Hellinger entre les distributions de probabilités sont utilisés
pour associer les documents par des relations binaires. Ces relations binaires sont
utilisées pour construire un espace prétopologique de type V que nous avons utilisé
pour avoir des résultats préliminaires de classification et pour déterminer le nombre
de partitions. Troisièmement, nous avons utiliser l’algorithme K-means pour classi-
fier les documents en utilisons deux distances construites à partir de l’application
successive de l’adhérence. La première distance est utilisée pour rapprocher les do-
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cuments et la deuxième est utilisée pour calculer les centroïdes de chaque partition
de documents.

4.1.4.3 Illustration avec un corpus Twitter

Figure 4.2 – Illustration du réseau des 133 utilisateurs avec deux types de relations
qui les lient, la première est basée sur la distance de Hellinger (distance ≤ 0.15) et
les thèmes les plus discutés (avec une probabilité ≥ 0.15)

Twitter est un réseau social de micro blogging, qui permet de partager des mes-
sages courts, de 140 caractères maximum, appelés tweets. Ces tweets sont diffusés à
un large public. Pour évaluer notre approche multicritères pour la classification des
documents, nous avons choisi de l’appliquer sur la problématique de regroupement
des utilisateurs selon leurs différents centres d’intérêt. Chaque utilisateur est consi-
déré comme un document où l’on rassemble tous ses tweets. Nous avons choisi de
glaner les tweets de 133 utilisateurs qui correspondent donc à 133 documents.

Les 133 utilisateurs ont été choisis selon deux critères : l’hétérogénéité du contenu
qu’ils partagent et leur popularité au sein du réseau social Twitter. Nous avons utilisé
un logiciel sous forme de service (API), fourni par le site Twitter, pour collecter les
messages entre le début du mois de janvier et la fin du mois de février. Nous avons
collecté dans les D = 133 documents, un nombre N = 158, 578 de mots avec une
moyenne de 1,192 mots par document et une taille du vocabulaire V = 29, 104 mots
uniques. Un prétraitement des données collectées a été nécessaire pour enlever les
mots vides en information (stop-words en anglais), les liens web.

Nous avons, par la suite, appliqué LDA en utilisant l’algorithme de Gibbs réduit
(voir l’algorithme 2) pour obtenir la distribution θ des thèmes dans les documents
et la distribution φ des mots dans les thèmes. De la liste des 20 thèmes que nous
avons calculés avec notre implémentation de LDA, nous avons présenté dans la table
4.1 deux thèmes. Le premier correspond aux attaques terroristes contre le journal
satirique Charlie Hebdo qui se sont déroulées à Paris le 7 janvier 2015. Le second
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Table 4.1 – Distribution des mots dans les thèmes φ et les utilisateurs qui relatent
les thèmes en question

Thème 3
Words Prob. Utilisateurs ID Prob.
paris 0.008 GStephanopoulos 42 0.697
charliehebdo 0.006 camanpour 23 0.694
interview 0.006 AriMelber 12 0.504
charlie 0.005 andersoncooper 7 0.457
attack 0.005 brianstelter 20 0.397
warisover 0.004 yokoono 131 0.362
french 0.004 piersmorgan 96 0.348
today 0.004 maddow 72 0.314
news 0.004 BuzzFeedBen 21 0.249
police 0.003 MichaelSteele 81 0.244

Thème 10
Words Prob. Utilisateurs ID Prob.
ces 0.010 bxchen 22 0.505
people 0.007 randizuckerberg 102 0.477
news 0.006 NextTechBlog 88 0.402
media 0.006 lheron 71 0.355
tech 0.006 LanceUlanoff 68 0.339
apple 0.006 MarcusWohlsen 74 0.339
facebook 0.005 marissamayer 76 0.334
yahoo 0.005 harrymccracken 43 0.264
app 0.005 dens 33 0.209
google 0.004 nickbilton 89 0.204

thème correspond à la conférence CES (Consumer Electronic Show), qui se déroule
chaque année, où l’on expose les nouvelles technologies destinées au grand public
pour les années à venir.

Utilisateur ID 02
Thème Prob.
10 0.090
16 0.072
12 0.065
18 0.064
smel 0 0.058

Utilisateur ID 12
Thème Prob.
3 0.504
19 0.039
10 0.036
15 0.035
13 0.032

Utilisateur ID 22
Thème Prob.
10 0.506
3 0.036
19 0.034
14 0.031
4 0.03

Utilisateur ID 53
Thème Prob.
17 0.733
1 0.017
18 0.016
13 0.016
11 0.015

Utilisateur ID 75
Thème Prob.
19 0.526
2 0.029
3 0.029
5 0.028
105 0.028

Utilisateur ID 83
Thème Prob.
8 0.249
0 0.084
11 0.06
7 0.045
12 0.043

Table 4.2 – Distribution des thèmes par utilisateur

Chaque thème est représenté avec une distribution de mots. Pour chaque thème,
nous avons une liste d’utilisateurs qui lui est associée. Chaque utilisateur est identifié
avec un ID, qui a une valeur qui va de 0 à 132, et une liste de thèmes qui lui est
associée avec un ordre de probabilités (voir la table 4.2). La liste des thèmes qui
lui sont associés est considérée comme ses centres d’intérêt. Les thèmes 3 et 10 sont
d’un intérêt particulier vu qu’un nombre important des 133 utilisateurs ont tweeté
à propos de ces thèmes. Ceci s’explique par le fait que les deux événements se sont
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déroulés au moment de la collecte des tweets.
Dans la table 4.2, nous avons présenté un exemple de 8 utilisateurs avec la

liste des thèmes représentés par la probabilité issue de la distribution θ. Une forte
probabilité θi,j indique que l’utilisateur ou document i est fortement relié au thème
j. Par exemple, l’utilisateur 12 est fortement relié au thème 3, l’utilisateur 22 est
fortement relié au thème 10, et ainsi de suite. Notons que les utilisateurs avec des
faibles valeurs de probabilités θi,j sont qualifiés comme un bruit et ne sont pas reliés
à aucun thème. Observons qu’avec cette analyse préliminaire des résultats, nous
avons pu établir un premier regroupement des utilisateurs en considérant la valeur
de θi,j .

Dans la table 4.3, nous avons regroupé les utilisateurs selon les thèmes majeurs
qui leur sont reliés. Ces thèmes majeurs constituent leurs centres d’intérêt les plus
pertinents. Nous avons identifié les groupes d’utilisateurs selon deux intervalles, le
premier avec une valeur de θi,j ≤ 0.3 et le deuxième avec une valeur de 0.15 ≤ θi,j ≤
0.3. Ce regroupement a été produit de façon manuelle. Nous présentons, dans ce qui
suit, le résultat de notre approche de classification qui prend en compte les thèmes
majeurs, mais aussi la distance entre la distribution de tous les thèmes affectés à
chaque utilisateur.

Thèmes majeurs prob ≥ 0.3 0.15 < prob < 0.3

Thème 0 112,85,104 -
Thème 1 44,129,114 61
Thème 2 101,108,91 90
Thème 3 42,23,12,7,20, 21,81,93,10

131,96,72
Thème 4 125,36,123,0 -
Thème 5 82,126 62
Thème 6 127,37,26 92
Thème 7 118,106,32 70,4
Thème 8 113 83,55,59
Thème 9 67,122 111,100
Thème 10 22,102,88,71,74, 43,89,33,65

68,76
Thème 11 54,51,121 29,94
Thème 12 50 12
Thème 13 16,35 38
Thème 14 31,98 -
Thème 15 66,73,34, 48
Thème 16 99 -
Thème 17 53,30 -
Thème 18 47,128,1,124,5 78,115
Thème 19 14,80,39,75,18,103 -
∅ utilisateurs restants (probabilité < 0.15)

Table 4.3 – Classification des documents basée sur leurs thèmes majeurs

Après la dernière classification manuelle, nous avons procédé à l’exécution de
l’algorithme K-means en utilisant la distance de Hellinger. Par le choix de la distance
de Hellinger, comme mesure de similarité dans l’algorithme K-means, nous voulions
avoir une valeur numérique qui décrit la proximité entre deux utilisateurs en se
basant sur la distribution de probabilité des thèmes dont ils parlent ou tweetent.

La table 4.4 présente les groupes calculés par K-means avec k = 13 et un choix
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Partition Utilisateurs Thèmes majeurs
1 67, 111, 122 TP 9 (0.423)
2 34, 48, 66, 73 TP 15 (0.315)
3 10, 22, 33, 43, 65, 68, TP 10 (0.305)

71, 74, 76, 88, 89, 98,
102

4 26, 92 TP 6 (0.268)
5 16, 35, 44, 90, 91, 101, TP 2 (0.238)

108, 114, 129
6 4, 32, 70, 106, 118 TP 7 (0.345)
7 37, 127 TP 6 (0.580)
8 14, 18, 39, 75, 80, 103 TP 19 (0.531)
9 1, 5, 47, 78, 124, 128 TP 18 (0.453)
10 30, 53 TP 17 (0.711)
11 7, 12, 20, 21, 23, 42, 72, TP 3 (0.409)

81, 93, 96, 131
12 0, 31, 36, 82, 123, 125 TP 4 (0.310)
13 Utilisateurs restants ∅

Table 4.4 – Sortie de l’algorithme de K-means en utilisant la distance de Hellinger

de centroïdes aléatoires. Notons que pour chaque groupe, nous avons calculé les
thèmes majeurs en nous basant sur la valeur moyenne de θi,j de chaque groupe.

Les différentes exécutions de l’algorithme K-means avec différentes configura-
tions (i.e. nombre k de groupes ainsi que des centroïdes aléatoires) nous ont donné
différentes partitions des utilisateurs. De ce fait, le choix des centroïdes ainsi que le
choix du nombre de groupes sont importants pour la précision des résultats que l’on
peut obtenir.

Pour résoudre ce problème, nous utiliserons les outils d’extractions des caracté-
ristiques, développés dans 4.1.4.1, pour initialiser les paramètres de K-means. Pour
rappel, le nombre des sous-ensembles des fermés minimaux nous donnera le nombre
k de groupes et la distance intérieure calculée avec l’adhérence nous donnera le
centroïde de chaque groupe.

K-means & Hellinger Algorithme MCPTM
Partition Utilisateurs Thème Utilisateurs Thème
1 0,36,123,125 TP 4 (0.457) 0,36,123,125 TP 4
2 4,32,70,10,118 TP 7 (0.345) 4,32,70,10,118 TP 7
3 14,18,39,75,80,103 TP 19 (0.531) 14,18,39,75,80,103 TP 19
4 26,37,92,127 TP 6 (0.424) 26,37,92,127 TP 6
5 29,51,54,94,121 TP 11 (0.345) 29,51,54,94,121 TP 11
6 30,53 TP 17 (0.711) 30,53 TP 17
7 31 TP 14 (0.726) 31,98 TP 14
8 34,48,66,73 TP 15 (0.315) 34,48,66,73 TP 15
9 44,61,114,129 TP 1 (0.413) 44,61,114,129 TP 1
10 85,104,112 TP 0 (0.436) 85,104,112 TP 0
11 67,90,91,101,108 TP 2 (0.407) 90,91,101,108 TP 2
12 99 TP 16 (0.647) 99 TP 16
13 Utilisateurs restants ∅ Utilisateurs restants ∅

Table 4.5 – Result from K-means algorithm using Hellinger distance and MCPTM

D’abord, pour obtenir la liste des sous-ensembles de fermés minimaux, nous
devons construire un espace prétopologique avec les résultats de l’analyse sémantique
que nous avons effectuée sur les documents (pour un rappel sur la construction d’un
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espace prétopologique à partir des résultats de l’analyse sémantique latente, voir la
section 3.3).

Ensuite, nous devons concevoir une mesure de similarité entre deux documents
(utilisateurs) dans l’espace prétopologique. La distance est construite avec une adhé-
rence faible qui est à son tour établie avec deux relations binaires.

En préambule, nous devons donc définir deux relations binaires : la première
est la relation RMTP basée sur les thèmes majeurs. Cette relation nous a permis
d’obtenir la classification présentée dans la table 4.3. La deuxième est la relation
RdH , basée sur la distance de Hellinger et qui nous a permis d’obtenir la classification
présentée dans la table 4.4. Une fois ces étapes satisfaites, nous pouvons exécuter
l’algorithme 5 pour obtenir la liste des sous-ensembles de fermés minimaux et utiliser
l’adhérence pour obtenir les centroïdes tels que nous l’avons décrit dans la définition
4.9.

Enfin, nous pouvons exécuter l’algorithme 6 pour la classification multicritères,
appelée MCPTM. Les résultats de cette exécution sont présentés dans la table 4.5.
Nous observons une forte similarité entre les résultats des deux méthodes quand on
utilise un nombre de groupes k et un centroïde initial, tous deux tirées de l’analyse de
l’espace sémantique avec la prétopologie. Nous concluons à cette étape de l’analyse
que la distance construite avec la fonction d’adhérence est aussi efficace que la
distance de Hellinger.

Figure 4.3 – Le nombre d’éléments dans les sous-ensembles de fermés minimaux
avec différents seuils : p0 pour RMTP et d0 pour RdH

La figure 4.3 montre comment nous avons sélectionné les caractéristiques ex-
traites pour K-means. Ceci, en faisant varier deux seuils : le seuil p0 pour RMTP

et le seuil d0 pour RdH . Plus les seuils ont une grande valeur, plus la sélection des
caractéristiques est agressive.

Pour mener nos expérimentations, nous avons choisi un p0 = 0.15 et un d0 =

0.15. Un utilisateur (document) i est mis en relation avec un utilisateur (document)
j s’ils ont le même thème majeur avec une probabilité ≤ 0.15 ou une distance de
Hellinger dH(θi, θj ≤ 0.15).

Dans la figure 4.2, nous avons illustré le regroupement des 133 utilisateurs en
13 composantes calculées avec une adhérence faible, chaque composante du réseau
de la figure 4.2 représente un sous-ensemble de fermé minimaux. Ces 13 groupes
représentent le nombre k. Nous avons utilisé la distance intérieure construite avec
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l’adhérence pour calculer les centroïdes initiaux pour K-means et nous avons obtenu
les résultats suivants :

{0, 52, 4, 14, 26, 29, 30, 31, 34, 44, 85, 90, 99}

Notons que le composant numéro 13 du réseau est le plus large, il contient 89 noeuds
avec plusieurs liens faibles, et quelques composantes fortement connexes. Nous vou-
lions extraire automatiquement ses composantes fortement connexes, et avons donc
appliqué une autre itération de K-means sur le groupe numéro 13. Après une analyse
prétopologique nous avons obtenu un k = 9, et calculé les centroïdes suivants :

{23, 82, 113, 67, 22, 50, 16, 47, 2}

Partition Utilisateurs Thème majeur
13.1 7, 12, 20, 21, 23, 42, 72, TP 3 ( 0.409)

81, 93, 96, 131
13.2 62, 77, 82, 126 TP 5 (0.339)
13.3 27, 55, 59, 83, 113 TP 8 (0.218)
13.4 67, 111, 122 TP 9 (0.422)
13.5 22, 33, 43, 65, 68, 71, 74, 76, TP 10 (0.330)

88, 89, 102
13.6 50 TP 12 (0.499)
13.7 16, 35 TP 13 (0.576)
13.8 1, 5, 47, 78, 124, 128 TP 18 (0.453)
13.9 Utilisateurs restants ∅

Table 4.6 – Les résultats de K-means utilisant la distance de Hellinger sur le groupe
numéro 13 (89 utilisateurs).

Les résultats de la deuxième itération de K-means sont présentés dans la
table 4.6. L’idée d’associer la prétopologie avec K-means a été proposé par
[Thanh Van Le 2007], les auteurs ont aussi proposé des pistes pour construire une
distance à partir de la fonction d’adhérence pour les données quantitatives et numé-
riques. Notre approche est différente sur deux points : d’abord, nous avons exploité
l’analyse sémantique latente pour construire un espace prétopologique à partir des
informations structurelles données par LDA. Ensuite, nous avons démontré que la
prétopologie peut être utilisée pour une classification multicritère en définissant une
mesure de la similarité basée sur une fonction d’adhérence construite sur plusieurs
relations.

Dans cette partie, nous avons classifié des documents selon deux critères : le
premier est basé sur les thèmes majeurs dans un document (critère qualitatif). Le
deuxième est basé sur la distance de Hellinger (critère quantitatif). Nous avons
appliqué notre approche sur des données de Twitter, où nous avons considéré tous
les messages d’un utilisateur comme un document. Ceci dans le but de regrouper les
utilisateurs selon leur centre d’intérêt.

Avec notre méthode nous avons pu construire un réseau avec plusieurs relations
(multi relation networks) en choisissant un ensemble de relations et en appliquant
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une prétopologie forte et faible. Cependant, l’analyse que nous avons menée jusqu’ici
n’est pas suffisante pour témoigner de l’efficacité de notre algorithme MCPTM. Nous
présentons donc, dans la partie qui suit, une évaluation en comparant les différentes
mesures de similarité ainsi que les initialisations des paramètres de K-means.

4.1.4.4 Évaluation

Nous avons mené l’évaluation de notre algorithme MCPTM comme suit :
d’abord, nous avons examiné trois mesures de similarités différentes à savoir : la
distance euclidienne, la distance de Hellinger et la distance construite avec la fonc-
tion d’adhérence. Ensuite, nous avons comparé la similarité entre les résultats de
K-means en utilisant les trois distances avec des centroïdes aléatoires et des cen-
troïdes issus des sous-ensembles de fermées minimaux.

Nous avons utilisé la mesure de similarité proposée par [Torres 2009] qui permet
d’évaluer la sortie du même algorithme de classification ou différents algorithmes de
classification, exécutés sur le même jeu de données. Cette mesure a la particularité
de comparer différents ensembles de partitions (clusters en anglais) sans faire appel à
une base de vérité externe. Ceci fait qu’elle est adaptée à l’évaluation des algorithmes
de classification (apprentissage non supervisé) où nous n’avons pas une base de
vérité terrain pour évaluer notre algorithme, comme c’est le cas par exemple avec la
discrimination (apprentissage supervisé).

Pour mesurer la similarité entre deux ensembles de partitions, nous utiliserons
la fonction Sim() telle qu’elle est présentée dans la définition 4.10.

Définition 4.10. Posons C = {C1, C2, . . . , Cm} et D = {D1, D2, . . . , Dn} comme
étant le résultat de deux algorithmes de classification sur le même jeu de données.
Supposons, que C et D sont deux algorithmes de classification «intolérants» ce qui
veut dire que chaque élément du jeu de données ne peut appartenir qu’à une et une
seule partition à la fois. Alors

SC,D =




S11 S12 S13 . . . S1n
S21 S22 S23 . . . S2n
. . . . . . . . . . . . . . .

Sm1 Sm2 Sm3 . . . Smn


 (4.11)

où Sij = p
q est le coefficient de similarité de Jaccard avec p la taille de l’in-

tersection et a la taille de l’ensemble issue de l’union entre les deux ensembles de
regroupements (clusters) Ci et Dj . La similarité entre le regroupement C des don-
nées et D est définie alors comme suit :

Sim(C,D) =

∑
1≤i≤m,1≤i≤m Sij

max(m,n)
(4.12)



62 Chapitre 4. Classification des textes et gestion du passage à l’échelle

Même algorithme Mêmes centroïdes
k E H P E vs H E vs P H vs P
5 0.423 0.454 0.381 0.838 0.623 0.631
9 0.487 0.544 0.423 0.831 0.665 0.684
13 0.567 0.598 0.405 0.855 0.615 0.633
17 0.645 0.658 0.419 0.861 0.630 0.641
21 0.676 0.707 0.445 0.880 0.581 0.604
25 0.736 0.720 0.452 0.856 0.583 0.613
29 0.723 0.714 0.442 0.864 0.578 0.600
moyenne 0.608 0.628 0.423 0.855 0.611 0.629

Differents centroïdes Centroides de l’adhérence
k E vs H E vs P H vs P E vs H E vs P H vs P
5 0.434 0.373 0.383 - - -
9 0.495 0.383 0.447 - - -
13 0.546 0.445 0.469 0.949 0.922 0.946
17 0.641 0.493 0.518 - - -
21 0.687 0.478 0.491 - - -
25 0.715 0.519 0.540 - - -
29 0.684 0.4885 0.511 - - -
moyenne 0.600 0.454 0.480 0.949 0.922 0.946

Table 4.7 – Résultats de l’analyse de similarité entre les sorties des K-moyennes
initialisés avec différentes mesures de distances. E, est la distance d’Euclide, H la
distance de Hellinger, P est la distance de l’adhérence.

(a) (b)

Figure 4.4 – Illustration de la mesure de similarité avec les mêmes centroïdes ini-
tiaux (a) et différents centroïdes initiaux. E, est la distance d’Euclide, H la distance
de Hellinger, P est la distance de l’adhérence.

4.1.4.5 Discussion

Nous avons comparé la similarité entre les résultats de trois algorithmes de clas-
sifications en utilisant un K-means avec différents centroïdes et différents nombres
de partitions ou groupes k. Nous avons illustré les résultats de similarité entre les
différentes partitions calculées avec les trois K-means dans les deux figures B.1 (a)
et B.1 (b). Pour les résultats illustrés dans la figure B.1 (a), nous avons utilisé le
même centroïde pour les 3 algorithmes de K-means avec la distance euclidienne,
celle de Hellinger et celle que nous avons construite avec l’adhérence. Pour les résul-
tats illustrés dans la figure B.1 (b), nous avons utilisé différents centroïdes pour les
3 algorithmes de K-means.
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Dans les deux figures, nous avons noté que les algorithmes avec la distance
euclidienne et celle de Hellinger ont tous deux une forte similarité. Ceci est dû
au fait que les deux distances sont similaires. Dans la figure B.1 (a), nous voyons
une grande séparation entre les partitions obtenues avec la distance construite avec
l’adhérence, la distance euclidienne et celle de Hellinger. Cette séparation se réduit
dans la figure B.1 (b) et augmente de nouveau à partir de k = 17. Une première
conclusion nous incite à penser qu’avec différents centroïdes initiaux la distance
construite avec l’adhérence a réduit la séparation entre les algorithmes de K-means
utilisant la distance euclidienne et celle de Hellinger. Mais, quand k > 13, qui
correspond au nombre des sous-ensembles de fermés minimaux, la séparation entre la
distance de l’adhérence et les autres distances commencent à augmenter de nouveau.

Dans la table 4.7, nous avons rapporté les résultats des expérimentations, avec
différentes configurations, que nous avons menées sur la similarité entre les partitions
obtenues. La première conclusion qui ressort de ces résultats est l’importance du
choix des centroïdes initiaux, différents centroïdes menant à des partitions finales
complètement différentes. L’algorithme MCPTM offre une solution pour choisir les
centroïdes à partir de la structure des données.

Les meilleurs résultats que nous avons obtenus sont : 94% de similarité entre
la distance d’Euclide et Hellinger, 92% de similarité entre la distance d’Eu-
clide et de l’adhérence, 94% de similarité entre la distance de Hellinger et
de l’adhérence. Ces résultats ont été obtenus avec l’utilisation des centroïdes
{0, 52, 4, 14, 26, 29, 30, 31, 34, 44, 85, 90, 99} calculés avec notre algorithme MCPTM.

La contribution majeure de cette partie est de démontrer l’importance de l’ex-
traction et de la sélection des caractéristiques pour la tâche de la classification et y
apporter une solution. Notre méthode de classification multicritère associe l’analyse
sémantique latente d’une collection de documents et la théorie de la prétopologie
qui nous a permis de structurer l’espace des documents. L’allocation latente de Di-
richlet est utilisée pour structurer les documents en des vecteurs de probabilités, et
la fonction d’adhérence est utilisée pour relier ses vecteurs selon deux critères : les
thèmes majeurs dans les documents, et la distance entre ces vecteurs. Nous avons
appliqué notre approche sur les données issues du site de microblogging Twitter.
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4.2 Gestion du passage à l’échelle

Dans la partie précédente, nous avons construit un espace sémantique de grande
dimension pour modéliser les entités (i.e. documents) et leurs proximités séman-
tiques. Nous avons appliqué sur cet espace des modèles probabilistes pour l’identifi-
cation et le suivi des structures latentes (i.e. thèmes). Nous avons travaillé avec l’un
des modèles les plus utilisés pour l’identification des structures latentes appelé l’allo-
cation latente de Dirichlet (LDA). Dans LDA chaque document est une distribution
de thèmes représentée par la variable latente θ, chaque thème est une distribution
de mots représentée par la variable latente φ et la probabilité qu’un thème soit relié
à un mot dans le document est représentée par la variable latente z. Calculer les
différentes variables latentes est un problème d’inférence bayésienne. Pour résoudre
ce problème, deux des solutions les plus utilisées sont l’inférence variationnelle et
l’échantillonnage de Gibbs. La première solution est plus rapide en exécution et la
deuxième est plus lente, mais plus précise.

Pour l’identification et le suivi des structures thématiques, nous avons besoin
de la rapidité d’exécution d’une part, mais également de la précision des résultats
d’autre part. Néanmoins, le suivi dynamique de ces structures constitue un défi
scientifique notamment en raison du passage à l’échelle lié au développement de
l’espace sémantique au cours du temps. Face à des corpus de textes avec un volume
considérable c’est-à-dire quelques milliers de documents, les itérations de l’échan-
tillonnage de Gibbs prennent un temps conséquent qui se compte en jours et même
en mois entiers [Newman 2009]. En réponse à ce problème, nous abordons dans cette
section une solution de calcul parallèle en proposons une implémentation paralléle
de l’échantillonnage de Gibbs.

La complexité algorithmique de l’échantillonnage de Gibbs est de l’ordre de
K×WD [Mukherjee 2008], où K est le nombre de thèmes etWD est le nombre d’oc-
currences des mots dans la collection de documents D. Pour réduire cette complexité
lors du passage à l’échelle, deux approches s’offrent à nous : la première approche
consiste à réduire le volume de calculs en réduisant le volume de données à traiter ou
en exploitant des caractéristiques particulières des variables utilisées lors du calcul.
Par exemple, sachant que le vecteur de probabilités θ des thèmes dans un document
est souvent creux (plusieurs 0) nous pouvons executer une réduction sur ce dernier
pour accélerer le calcul comme dans les travaux de [Qiu 2014].

La deuxième approche consiste à utiliser des plateformes de calculs parallèles
avec un réseau d’ordinateurs standard connectés en local et en haut débit. Au sein
de cette approche nous avons d’abord un parallélisme des données sur les différentes
unités, ensuite chaque processeur de chaque unité exécute le même algorithme sur les
différentes données stockées en local. Au sein de cette approche, et dans le cadre de
l’analyse catégorielle thématique des textes, un nombre de modèles de parallélisation
synchrone est asynchrone sont proposés dans la littérature. [Nallapati 2007] ont pré-
senté une exécution parallèle de l’algorithme espérance maximisation variationnelle,
l’algorithme utilisé dans l’article originel de LDA pour l’inférence des variables la-
tentes. [Newman 2009] ont proposé deux modèles synchrones pour distribuer l’algo-
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rithme d’échantillonnage de Gibbs. Les deux méthodes sont appelées AD-LDA pour
Approximate Distributed LDA en anglais ou parallélisation approximée de LDA, et
HD-LDA pour Hierarchical Distributed LDA ou parallélisation hiérarchique de LDA.
AD-LDA offre un modèle de parallélisation synchrone de l’échantillonnage de Gibbs
réduit quand à HD-LDA elle offre un modèle de parallélisation synchrone de l’échan-
tillonnage de Gibbs appliquer sur toute la structure des variables latente présente
dans LDA. [Smyth 2009] ont présenté une parallélisation asynchrone de l’algorithme
d’échantillonnage de Gibbs.

En pratique, l’utilisation des plateformes de calculs parallèles constitue un défi
technique à cause notamment de la gestion des erreurs de calcul, la tolérance aux
pannes/fautes et l’intégrité des données qui sont distribuées sur les différentes unités
du réseau [Tanenbaum 1994]. Des espace de travail comme MapReduce [Dean 2008]
ou encore MPI pour Message Passing Interface [Thakur 2005] nous offre un méca-
nisme d’exécution qui prend en charge les défis cités. Ils nous permettent donc de
nous concentrer uniquement sur la parallélisation de l’algorithme qui nous intéresse,
dans ce cas l’algorithme de Gibbs.

Par exemple, [Wang 2009] ont utilisé MPI ou le passage de message entre les
différentes partitions sur lesquelles les implémentations de Gibbs s’exécutaient en
local, pour s’assurer de la consistance de leurs résultats. Par manque d’un système de
tolérance aux fautes, le nombre de lectures/écritures des messages entre les paritions
leur a coûté cher en temps et vitesse d’exécution.

Contrairement à MPI, MapReduce implémente la tolérance aux fautes en par-
titionnant le calcul en grains fins et traçables. De sorte que s’il ya une panne sur
une unité ou noeud du réseau, le système reconduit les grains de calculs sur un
autre noeud. Hadoop est une plateforme logicielle qui implémente le mécanisme de
parallélisation MapReduce.

Par exemple, [Smola 2010] ont utilisé Hadoop pour implémenter LDA. Cepen-
dant, bien que Hadoop offre une gestion efficace de parallélisation des données il
n’est pas adapté à la parallélisation d’algorithmes itératifs comme l’échantillonage
de Gibbs et ce pour deux raisons. La première est la façon dont est conçu le système
de tolérance aux fautes de MapReduce qui impose le stockage du regroupement des
résultats de chaque noeud après exécution. Néanmoins, ces résultats ne sont qu’intér-
médiaire dans le cas d’un algorithme comme celui de l’échantillonage de Gibbs où il
s’agit de converger vers une distribution de probabilité après plusieurs itérations. Le
stockage de ces résultats sucite des écritures sur le disque qui résulent en des pertes
de performances. La deuxième est le manque de générateur de nombres aléatoires
directement implémenté dans Hadoop. Une implémentation réalisée par [Ming 2014]
a comblé ce manque mais ceci rajoute une couche de complexité supplémentaire à
l’implémentation totale.

Spark est une plateforme logicielle pour le calcul parallèle [Zaharia 2010]. La
solution Spark est orientée vers le traitement intensif des données à grande dimen-
sion comme les données textuelles. Les résultats intérmédiaires sont conserver sur
la mémoire vive. Dans le cas d’une panne d’un noeud un historique est rechargé
permettant de retracé la opérations qui ont permis d’obtenir les données perdues.
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Ce système permet de garder la tolérance aux fautes de MapReduce et permet d’ob-
tenir une accélaration 10 fois plus importante pour les algorithmes itératifs grace à
l’utilisation de la mémoire vive.

A notre connaissance, il existe deux travaux similaires à notre implémentation
avec Spark de l’échantilloange de Gibbs appliquée à LDA. Le premier [Qiu 2014]
ne donne pas de détails par rapport à la synchronisation globale des différentes
variables aléatoires calculées sur les processeurs. Mais, la différence principale avec
notre proposition c’est la non-synchronisation de la matrice d’occurrence des thèmes
dans les documents, dans leur implémentation. Nous considérons que la synchroni-
sation de cette matrice est importante pour décider du nombre d’itérations lors de
la phase d’échantillonnage (e.g. quand la valeur de la matrice ne change plus avec
les itérations). Le deuxième travail [mer 2015] est une proposition de code, mais
l’auteur ne donne pas plus de détails sur son implémentation ni les performances de
cette dernière.

Notre contribution se résume dans les points suivants :

1. Nous proposons une implémentation parallèle de l’algorithme de Gibbs réduit
basée sur le modèle synchrone de [Newman 2009]. Notre version construite
avec la syntaxe Spark, permet un traitement rapide des données ainsi qu’une
synchronisation efficace des variables latentes du modèle sur les différentes
machines de la plateforme de calcul parallèle.

2. Nous démontrons avec un ensemble d’expérimentations que notre version
distribuée et la version séquentielle tournant sur un seul CPU ont le même
pouvoir prédictif.

3. Nous démontrons la capacité de déploiement de notre version distribuée sur
une large grappe d’ordinateurs avec une analyse de l’accélération gagnée.

L’organisation de cette section est comme suit : dans la première sous-section,
nous présentons le modèle synchrone sur lequel nous avons fondé notre implémenta-
tion Spark. Nous détaillons ensuite, notre implémentation et nous présentons enfin
les résultats obtenus lors du passage à l’échelle en utilisant des corpus de données
de grande taille.
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4.2.1 Modèle synchrone pour la parallélisation de LDA

wd,n

z

θθθd

φφφk

α

β

mots n

documents d

thèmes k

Figure 4.5 – Illustration du réseau bayésien de l’allocation latente de Dirichlet, les
variables observées sont en gris, ici les mots wd,n.

Nous souhaitons distribuer le modèle de l’allocation latente de Dirichlet décrit
par le modèle graphique probabiliste (PGM pour Probabilistic Graphical Model). Le
PGM de LDA illustré dans la figure 4.5 représente un réseau bayésien. À partir de
ce réseau bayésien, nous pouvons écrire l’équation 4.13 de Bayes.

p(θ, φ, z|w,α, β) =
p(θ, φ, z, w|α, β)

p(w,α, β)
(4.13)

Un calcul exacte de l’a posteriori de cette dernière n’était pas calculable en temps
polynomial à cause de son facteur de normalisation [Sontag 2011]. Pour résoudre ce
problème nous avons décidé d’utiliser un algorithme de l’échantillonnage de Gibbs
pour l’approximation de l’a posteriori.

Notre implémentation parallèle de l’algorithme de Gibbs appliqué à LDA, est
fondée sur les travaux de [Newman 2009] et leur modèle synchrone appelé AD-LDA.
Dans AD-LDA, la collection de documents D est devisée sur P processeurs avec D

P

documents sur chaque processeur approximativement. L’algorithme de l’échantillo-
nage de Gibbs est par la suite codé sur chaque processeur et exécuté simultanément
sur D

P documents pour approcher une nouvelle valeur de zi avec l’équation 4.14.
Cette equation représente la probabilité que le thème j est choisi pour un mot wi
étant donné tous les thèmes −i choisi pour tous les mots dans le document di.

P (zi = j | z−i, wi) ∝
nwi−i,j + β

n
(·)
−i,j + V β

ndi−i,j + α

ndi−i,· +Kα
(4.14)

Où nwi−i,j est le nombre d’occurrences du mot wi dans le thème j. n(·)−i,j est le
nombre d’occurrences de tous les autres mots dans le thème j. ndi−i,j est le nombre
d’occurrences du thème j dans le document di. Enfin, ndi−i,· est le nombre d’occur-
rences de tous les autres thèmes dans le document di.
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En pratique les différentes occurrences sont représentées dans des matrices. À
chaque itération nous calculons la probabilité P (zi = j | z−i, wi), c’est à dire la
probabilité que le thème j soit affecté au mot wi conditionné par tous les autres
thèmes −i. Si cette probabilité est plus grande pour le thème j que les autres
thèmes −i alors on recompte les occurrences nwi−i,j n

(·)
−i,j n

di
−i,j et ndi−i,·. Ce sont ces

opérations de calcul de probabilités et de comptage que nous distribuons sur chaque
processeur. Les occurences nwi−i,j et n

(·)
−i,j vont en paire si on augumente la valeur de

l’une il faut diminuer la valeur de l’autre, idem pour ndi−i,j et ndi−i,·. Nous noterons
la première paire nwj et la deuxième ndj et nous y référons comme des comptes
communs.

Chaque processeur p après l’exécution d’une seule itération de l’algorithme de
Gibbs et le calcul de la probabilité P (zi = j | z−i, wi) possède ses propres valeurs
de nwjp et ndjp . Une fois l’itération terminée chaque processeur p doit remonter les
résultats qu’il a obtenus. C’est-à-dire le nombre d’occurrences du mot w dans le
thème j et le nombre d’occurrences du thème j dans le document d, des valeurs que
nous trouvons respectivement dans nwjp et ndjp . Tous les résultats sont rassemblés et
des valeurs communes que nous dénoterons nwjnew et ndjnew seront mis à disposition
pour tous les processeurs, et ce pour la prochaine itération. Nous parlerons aussi de
réduction de tous les nwjp et ndjp en des comptes communs à tous les processeurs.
nwjnew et ndjnew sont calculés respectivement avec l’équation et .

nwjnew = nwjold +
∑

p

(nwjp − nwjold) (4.15)

=
∑

p

nwjp − (p− 1)nwjold (4.16)

où nwjold est la valeur de l’occurence du mot w dans le thème j commune à tous
les processeurs et calculée dans l’itération précédente.

ndjnew = ndjold +
∑

p

(ndjp − ndjold) (4.17)

=
∑

p

ndjp − (p− 1)ndjold (4.18)

où ndjold est la valeur de l’occurence du thème j dans le document d commune à
tous les processuers et calculée dans l’itération précédente.

Les deux inconvénients majeurs de AD-LDA sont : (i) AD-LDA nécessite de
garder une copie de tous les comptes communs, nwj et ndj , sur les P processeurs.
Ceci peut devenir problématique et résulter en des perturbations lors de l’exécution
de l’algorithme sur des jeux de données de taille importante. (ii) La façon avec
laquelle sont calculées nwj et ndj peut résulter en des conflits d’écriture/lecture sur
la mémoire, ce qui affectera la justesse des résultats.
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Pour résoudre ces problèmes, nous avons choisi de proposer une extension de
l’algorithme AD-LDA sous la forme d’une implémentation utilisant une syntaxe de
programmation fonctionnelle supporté par la plateforme de calcul parallèle appelée
Spark. Spark fournit un calcul en mémoire vive, ce qui fait que nous n’avons pas
besoin de garder les valeurs de nwj et ndj . Nous pouvons également éviter les conflits
de lecture/écriture sur la mémoire en diffusant à tous les processeurs une copie
temporaire de nwj et ndj .

4.2.2 Implémentation parallèle de LDA avec Spark

La syntaxe Spark est une généralisation du mécanismeMapReduce, où nous avons
deux suites d’instructions principales à travers lesquelles nous pouvons distribuer le
calcul. La première suite est représenter par la fonction Map et la deuxième par la
fonction Reduce. La collection de textes passe d’abord par une ou plusieurs fonctions
Map, qui y appliquent certaines tâches. Ensuite, une ou plusieurs fonctions Reduce
rassemblent la sortie de chaque tâches pour calculer un résultat global à un groupe
de processeurs ou à tous les processeur du système parallélisé.

Une ou plusieurs fonctions Map et/ou Reduce peuvent être affecté à un ou plu-
sieurs noeud (un ordinateur, ou un processeur multi-coeur) du réseau de la plate-
forme de clacul parallèle. L’exécution de chacune des deux fonctions ne suit pas un
certain ordre précis.

Figure 4.6 – Flux de travail de l’implémentation Spark. Chaque itération est exé-
cutée dans l’espace de travail Map et Reduce. Le modèle LDA est copié sur les p
processeurs, et le document de travail fourni en entrée est divisé en p ensemble
de documents. Après l’application de la procédure Reduce les paramètres globaux
nwj et ndj sont diffuser à l’ensemble des répliques de LDA. Le logarithme de la
vraisemblance est calculé sur l’ensemble des documents tests après chaque itération.
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Notre implémentation parallèle de LDA avec Spark est décrite par le fonction-
nement suivant :

1. La collection de textes est rassemblé dans un seul fichier unicode. L’ensemble
des données textuelles est dévisé en fragments.

2. Une ou plusieurs fonctions Map sont affectées à chaque noeud qui reçoit un
ou plusieurs fraguement de données textuelles pour lesquelles il génére une
sorte d’ index avec une clé et une valeur. Cette étape permet d’associer à
chaque noeud à travers une clé donnée une fonction Reduce.

3. Chaque noeud initialise les différentes variables latentes selon le modèle LDA,
ensuite exécute l’algorithme de Gibbs sur le ou les fragments qui lui sont
associés et ce pour approximer chaque variable latente.

4. Les index produits par les fonctions Map sont regroupés par clés et les fonc-
tions Reduce reprennent les résultats des traitements effecutés sur chaque
fragements qui correspond à leur clé respective.

5. Chaque fonction Reduce combine les résultats des Map selon la clé qui lui est
associée, stocke le résultat dans la mémoire vive, et partage le résultat sur
les différents noeuds pour d’autres itérations.

Ce fonctionnement est illustré dans la figure 4.6. La suite d’instructions de la
fonction Map est décrite dans l’algorithme 7, elle représente les instructions exécu-
tées sur chaque noeud ou processeur. La suite d’instruction de la fonction Reduce est
décrite dans l’algorithme 8, elle représente les instructions nécessaires pour d’abord
combiner les résultats de chaque processeur, et ensuite les communiquer de nouveau
à tous les processeurs.

Algorithme 7 Map
Précondition : P processeur ou noeuds pour la collection des documents D
1: pour tout partitions faire
2: nwjp = nwj

3: ndjp = ndj

4: pour tout w ∈ di, di ∈ D et zi dans z faire
5: Echantillonner zij à partir de nwjp et ndjp (voir équation 4.14)
6: Calculer nwjpnew et ndjpnew à partir de zij .
7: Calculer φ̂(w)j et θ̂dj avec les équations 4.19 et 4.20.

Dans l’algorithme 7, les instructions de la fonction Map sont exécutées sur les
P processeurs. La fonction Map prend en entrée un fragement de la collection de
documentD et nous retourne en sortie la distribution des thémes dans les documents
présents sur le noeud et la distribution des mots dans chacun de ces thèmes. Les deux
premières instructions sont des instructions d’initialisation des comptes commun nwjp
et ndjp avec les valeurs obtenues à la dernière itération. Si c’est la première itération,
nous les initialisons à zéro. Nous calculons ensuite le thème zij et produisons de
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nouveaux comptes communs pour calculer la distribution θ des thèmes par document
et la distribution φ des mots par thème avec les équations 4.20 et 4.19.

φ̂
(w)
j =

n
(w)
j + β

n
(·)
j + V β

(4.19)

θ̂
(d)
j =

n
(d)
j + α

n
(d)
· +Kα

(4.20)

Algorithme 8 Reduce
1: Réduire toutes les instances nwjpnew avec l’équation 4.15.
2: Réduire toutes les instances ndjpnew avec l’équation 4.17.
3: Distribuer les résultats nwjpnew et ndjpnew sur toutes les instances p.
4: Ajouter à θ toutes les θp
5: Ajouter à φ toutes les φp

L’algorithme 8 est exécuté à la fin de chaque itération de l’échantillonnage de
Gibbs. Ceci afin de combiner les résultats des P processeurs ou noeuds, c’est-à-
dire les résultats obtenus en sortie des fonctions Map déployées sur chaque noeud.
L’algorithme 8 combine d’abord les comptes communs nwjpnew et ndjpnew .C’est-à-dire
le nombre d’occurrences du mot w dans le thème j et le nombre d’occurrences du
thème j dans le document d et cela pour chaque processeur p. Ensuite, les résultats
combinés sont calculés et enregistrés respectivement dans nwjpnew et ndjpnew . L’algo-
rithme 8, distribue ensuite nwjpnew et ndjpnew à tous les noeuds ou processeurs pour que
les valeurs soient utilisées au début de la prochaine itération. Enfin, l’algorithme 8
combine les valeurs de probabilités de la distribution de thèmes θ dans les documents
et les valeurs de probabilités de la distribution φ des mots dans les thèmes. Avant
la convergence de l’algorithme de Gibbs, les valeurs de cet ensemble de variables
sont intermédiaires et ils sont stockés dans la mémoire vive. Les algorithmes 7, 8
sont exécutées jusqu’à convergence de l’échantillonnage de Gibbs ou jusqu’à ce que
la valeur de ndjpnew ne change plus avec les itérations.

Algorithme 9 Version distribuée de LDA
Précondition : w mots dans le corpus de document D = (d1, d2, . . . , dn)
1: si première itération alors
2: Initialiser aléatoirement les comptes communs
3: pour tout itérations faire
4: Distribuer le fichier sur les RDDs avec l’algorithme 7.
5: Calculer les comptes communs avec l’algorithme.
6: Distribuer les comptes communs sur les RDDs.
7: Calculer sur chaque RDD φ̂

(w)
j et θ̂dj .

8: Récupérer à partir de chaque RDD les valeurs de φ̂(w)
j et θ̂dj avec l’algorithme 8

9: retour z, φ̂(w)
j et θ̂dj

La principale nouveauté qu’apporte Spark est le concept des RDD (pour Resilient
Distributed Dataset. Les RDDs contiennent la collection de documents partitionnés
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en fragments et distribués sur les noeuds par la fonction Map. Les collections RDDs
sont conservées en mémoire vive (RAM), la résilience des données est assurée par
la conservation des lignes de code qui ont construit ces fragments. Le programme
qui contient la fonction Map et la fonction Reduce est appelé programme pilote.
Il est décrit dans l’algorithme 9, où nous avons les instructions pour distribuer la
collection de documents D sur les RDDs disponibles, et l’exécution des algorithmes
7 et 8.

4.2.3 Application aux données et évaluation

Nips KOS NYT

D 1,500 3430 300,000

V 12,419 6906 102,660

N 2,166,058 467714 99,542,125

Table 4.8 – Description des quatre jeux de données utilisés pour l’évaluation du
passage à l’échelle.

Pour évaluer notre version distribuée, nous avons choisi trois jeux de données
fournis par le dépôt de l’université de Californie à Irvine. La table 4.8 résume les
caractéristiques des jeux de données où D est le nombre de document, V est la taille
du vocabulaire, et N est le nombre de mots. Nous considérons Nips et KOS comme
deux jeux de données à dimension réduite, nous les avons utilisés pour rapporter
la perplexité entre la version séquentielle et la version distribuée. Nous considérons
NYT comme un jeu de données à grande dimension, nous l’avons utilisé pour rap-
porter les expérimentations sur l’accélération des performances de l’algorithme et
son comportement face au passage à l’échelle.

Les expérimentations que nous avons menées pour évaluer notre implémentation
de la version distribuée de LDA sont : (i) la perplexité ou la vraisemblance des
documents mis à l’écart pour le test. (ii) Le gain de vitesse par rapport à la version
séquentielle exécutée sur un seul processeur. (iii) La scalabilité ou l’extensibilité de
notre implémentation et son comportement lors de son déploiement sur plusieurs
processeurs.

La perplexité est une mesure d’évaluation de la qualité de prédiction d’un LDA
entraîné. On mesure le logarithme de la vraisemblance des documents mis à côté,
c’est-à-dire qui ne sont pas utilisés lors de l’entraînement de LDA. La perplexité est
définie comme suit.

p(xtest) =
∏

ij

log
1

S

∑

s

∑

k

θ̂sjkφ̂
s
xijk

(4.21)

où Ntest est le nombre de documents de test et p(xtest) est la vraisemblance
calculée sur les mots Wd du document d.

Pour évaluer la justesse de notre implémentation distribuée de LDA avec la
perplexité, nous avons utilisé pour chaque jeu de données, 75% des documents pour
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(a) (b)

Figure 4.7 – Illustration de la valeur de la perplexité par rapport au nombre d’ité-
rations dans la figure (a) et par rapport au nombre de thèmes dans la figure (b).
Dans la figure (a) nous comparons notre version distribuée avec la version distribuée
de MALLET [McCallum 2002]. Dans la figure (b) nous comparons la perplexité de
notre version distribuée avec une version séquentielle.

l’entraînement et 25% des documents pour les tests. Dans la figure (a) 4.8 nous com-
parons la valeur de la perplexité obtenue avec une version séquentielle et celle obte-
nue avec notre implémentation distribuée sur Spark et ce pour différents nombres de
thèmes. Nous observons que notre implémentation a le même pouvoir prédictif que
la version séquentielle. Nous avons obtenu pour le jeu de données NIPS, qui est plus
important en taille que KOS, une meilleure valeur de perplexité. Par exemple, quand
K = 80, nous obtenons une perplexité de 1600 comparée à la version séquentielle
qui obtient une perplexité égale à 1800.

Pour un nombre fixe de K, nous observons dans la figure (b) 4.8 que notre
implémentation converge vers des valeurs similaires à une version standard de LDA.
Dans cette figure, nous comparons notre version à la version distribuée de MALLET 2

[McCallum 2002] qui est l’une des versions les plus utilisées pour l’identification des
thèmes. Mallet [McCallum 2002] utilise du multithreading pour distribué le calcule
de l’échantillonnage de Gibbs. Le multithreading consiste à exécuter plusieurs tâches
en simultannée sur un seul processeur. l’éxécution se déroule en parallèle avec un
partage d’une mémoire virtuelle. Nous avons utilisé pour comparer l’implémentation
pralléle de MALLET et notre implémentation SPARK les paramètres suivant : 12
threads pour Mallet, 12 processeurs pour notre version Spark et un nombre de
thèmes K = 10.

Notons que dans la figure (b) 4.8, notre implémentation sur Spark représenté par
la courbe en points ronds converge avant l’instance distribuée de Mallet représenté
par la courbe avec des points en triangle. Et ceci, pour les deux jeux de données
NIPS et KOS. Pour le jeu de données le plus petit, c’est-à-dire KOS, Mallet semble

2. MALLET est un espace de travail pour l’analyse catégorielle des textes. MALLET offre une
implémentation séquentielle de LDA ainsi qu’une version distribuée. http://mallet.cs.umass.edu

http://mallet.cs.umass.edu
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avec un meilleur pouvoir prédictif. Cependant, nous obtenons de meilleurs résultats
sur le jeu de données NIPS avec un taux de convergence plus élevé.

(a) (b)

Figure 4.8 – Illustration du gain de vitesse (a) par rapport aux nombres de pro-
cesseurs (b) Illustration du gain de vitesse en tenant compte du passage à l’échelle.

Nous rapportons les deux mesures suivantes : la première, illustrée dans la figure
(a) 4.8, est l’accélération gagnée en exécutant l’algorithme de Gibbs réduit en utili-
sant notre implémentation sur Spark. La deuxième, illustrée dans la figure (b) 4.8,
est une métrique relative au comportement de l’implémentation lors du passage à
l’échelle. La première mesure est une comparaison de la vitesse gagnée par une im-
plémentation sur deux architectures avec différentes ressources. Nous avons calculé
cette dernière avec la loi de [Amdahl 1967] présentée dans l’équation suivante :

S =
1

1− p+ p
s

(4.22)

Où p est le pourcentage ou la portion, du processus entier, qui a bénéficié d’un
changement dans les ressources de l’architecture sur laquelle il s’exécute. s est le
nombre rendu disponible dans la nouvelle architecture. Dans notre cas, s est égale
au nombre de processeurs. Nos expérimentations sont menées sur les jeux de données
NIPS, KOS, et NYT.

Le processus entier qui a bénéficié de la distribution est l’algorithme de l’échan-
tillonnage de Gibbs réduit, nous dénoterons ce processus par pgr pour processus
de Gibbs réduit. En particulier, et comme c’est montré dans l’algorithme 8, nous
avons trois portions qui divisent l’exécution du pgr : d’abord, réduction de toutes
les instances de nwjpnew . Ensuite, réduction de toutes les instances de ndjpnew . Enfin
Distribution des résultats nwjpnew et ndjpnew sur toutes les instances p. L’accélération
totale est calculée comme suit, S = 1

p1
s1

+ p2
s2

+ p3
s3

.

Nous pouvons observer dans la figure (a) 4.8, une forte corrélation entre l’aug-
mentation de la taille du jeu de données utilisé et l’accélération du LDA Spark par
rapport à la version non distribué. Pour le jeu de données KOS, nous observons une
accélération qui arrive à une constante à partir de 60 processeurs. Ceci est dû au
petit nombre de mots distribué dans les partitions et la distribution finit par n’avoir
aucun effet sur le temps de l’échantillonnage.
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Une fois que nous avons implémenté un algorithme avec la syntaxe de Spark et
avons eu de bons résultats sur un petit nombre de noeuds sur une grappe d’ordi-
nateurs, nous pouvons rajouter un nombre arbitraire de noeuds sans aucun effort
supplémentaire de développement. Nous nous référons ici à la capacité de l’algo-
rithme ou de l’implémentation à passer à une échelle plus importante de données
et de ressources dans l’architecture sur laquelle elle s’exécute. La deuxième mesure
dans cette partie de l’évaluation de notre implémentation Spark est relative à la
capacité de passer à une échelle plus importante. Pour calculer cette métrique, nous
utiliserons la loi universelle du passage à l’échelle introduite par [Gunther 2008],
pour analyser la configuration du système idéal que permet d’avoir une accélération
optimale.

L’accélération calculée avec l’équation 4.22, est relative au processus de l’échan-
tillonnage pgr. Nous voulons ici calculer la scalabilité de l’implémentation entière
de l’allocation latente de Dirichlet avec la syntaxe Spark. D’abord, nous reprenons
la définition de l’accélération comme suit :

Sp =
T1
Tp

(4.23)

Où T1 est le temps d’exécution mesuré sur un processeur et Tp est le temps
d’exécution mesuré sur p processeurs. L’équation 4.23 est une généralisation de la
loi de Amdahl. Elle est obtenue à partir de l’équation suivante :

Sp =
p

1 + σ(p− 1) + κp(p− 1)
(4.24)

Où σ est le degré de contention entre les différentes parties du système et κ
représente le temps de latence nécessaire pour garder la cohérence du système. On
parle de contention quand deux tâches au sein du même noeud sont en concurrence
pour accéder à un fragment sur le RDD.

Dans la figure (b) 4.8, nous avons illustré le comportement de l’implémentation
Spark par rapport à la scalabilité. Pour le jeu de données KOS, nous observons un
comportement sublinéaire de l’accélération . Nous pouvons conclure que pour le jeu
de données KOS, l’implémentation Spark n’apporte pas d’accélération significative
par rapport à la version séquentielle. Pour le jeu de données NIPS, nous observons
un comportement sur-linéaire de l’accélération. À partir de 65 processeurs, la courbe
de la scalabilité du NIPS coupe la limite linéaire et rentre dans ce que l’on appelle la
région de remboursement (payback region en anglais). Ce comportement nous rap-
pelle que les performances d’une plateforme de calcul parallèle nécessitent parfois de
faire des compromis. Par exemple, ceci revient à faire des compromis sur le nombre
de noeuds, car le temps de latence nécessaire pour garder la cohérence du système ra-
lentit la performance totale. Où encore faire des compris sur le nombre de fragments,
car le degré de contention cause plusieurs conflits qui finissent aussi par ralentir le
système. Dans ce contexte, une étude détaillée a été menée par [Gunther 2015] sur
le mécanisme MapReduce et les compris à faire.
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Dans ce chapitre, nous avons traité la problématique de la classification et de
la discrimination des documents en tenant compte des thèmes qu’ils relatent. Nous
avons approché le problème d’abord, en construisant un espace sémantique latent en
utilisant la méthode de l’allocation latente de Dirichlet puis, en exploitons la notion
de "voisinage" en proposons des mesures de proximités entres les entités dans ces
espaces.

Nous avons proposé deux méthodes de classification. La première permet de
regrouper les documents selon deux critères : le premier est qualitatif ; il est re-
présenté par les thèmes majeurs dans la collection des documents. Le deuxième est
quantitatif ; il est représenté la distance entre la distribution des thèmes dans chaque
document de la collection. Au sein de cette méthode, nous avons procédé à l’analyse
de la structure de l’espace sémantique latent à l’aide de la prétopologie. Ceci nous a
permis de fournir, à la première méthode de classification, le nombre de classes ou
groupes ainsi que leurs centroïdes respectifs. Ceci nous une initialisation aléatoire
de ces paramètres et permet d’obtenir une meilleure qualité dans les regroupements
de documents.

Nous avons également proposé dans cette partie, une version distribuée de l’allo-
cation latente de Dirichlet avec une parallélisation de l’algorithme de l’échantillon-
nage de Gibbs. Ceci afin d’assurer la bonne gestion du passage à l’échelle des deux
méthodes que nous avons proposées après.



Chapitre 5

Classification hiérarchique des
pages web avec une analyse

thématique catégorielle

Résumé : L’allocation latente de Dirichlet (LDA), avec l’application de l’échantillon-
nage de Gibbs, peut être considérée comme un algorithme d’apprentissage non supervisé
des thèmes dans les textes. LDA représente les thèmes par une distribution de mots, chaque
mot possède différentes valeurs de probabilités selon le thème. L’affectation d’une étiquette
thématique à une distribution de mots est une étape manuelle et subjective. Afin de contour-
ner ce problème et orienter l’algorithme vers l’apprentissage automatique d’une catégorie
de thèmes prédéfinis, nous avons développé une version semi-supervisée de LDA. Ceci nous
a servi par la suite pour entraîner des forêts aléatoires afin de classifier les documents selon
une hiérarchie de thèmes en partant du thème le plus général vers le thème le plus particu-
lier. Ce type d’approche est utile pour l’archivage automatique d’une grande collection de
documents.

Avec le développement de l’internet et des réseaux sociaux, nous constatons une
augmentation de la production de pages web et de la production d’articles textuels
en tout genre. La classification des pages web est une tâche importante et cela pour
plusieurs raisons. Premièrement, elle permet de développer et d’assurer la mainte-
nance automatique des archives ou des répertoires de ces pages. Deuxièmement, elle
permet aux moteurs de recherches de fournir plusieurs listes ordonnées en réponse à
une requête donnée où chaque liste correspond à une catégorie en particulier. Cela
peut aider notamment l’utilisateur à avoir un plus large spectre sur les résultats
qui lui sont retournés, ou encore cela peut l’aider à repréciser sa requête. Troisième-
ment, la récupération des données textuelles depuis le web, connue également sous
le nom de crawling en anglais, est une tâche compliquée à cause de l’hétérogéinité
des sources de données sur le web.

En réponse à ces différents besoins, nous adressons dans ce chapitre une nou-
velle méthode de classification souple et hiérarchique des textes. Nous qualifions
cette méthode de souple, car un document peut appartenir à une ou plusieurs caté-
gories. Nous la qualifions de hiérarchique, car les catégories auxquelles un document
appartient sont hiérarchisées. Nous souhaitons avec notre méthode classifier un do-
cument donné à travers une hiérarchie de catégories, en partant de la plus générale
vers la plus particulière.

Ce problème est abordé dans la littérature de différentes manières. Par exemple,



78
Chapitre 5. Classification hiérarchique des pages web avec une analyse

thématique catégorielle

[Patil 2012] ont utilisé un modèle de langage avec une classification naïve bayésienne
des pages. [Klassen 2010] ont utilisé les forêts aléatoires avec une sélection de mots-
clés extraite des documents pour entraîner ces derniers. D’autres caractéristiques
ont été utilisé par [Liparas 2014] pour entraîner également des forêts aléatoires. Les
auteurs se sont référées à ces caractéristiques comme étant multimodales, c’est-à-dire
textuelles et visuelles.

Le principal défi lors de l’entraînement des forêts aléatoires est l’extraction de
caractéristiques textuelles adaptées pour la tâche que nous intéresse. [Liparas 2014]
ont utilisé des n-grammes, quant à [Klassen 2010], ils ont rajouté une phase de
sélection des n-grammes en calculant la fréquence des mots. Dans les deux approches
la classification est basée sur l’extraction ensuite la sélection d’un nombre de mots
clés. Ces mots clés sont affectés à des catégories, ensuite l’algorithme de classification
discrimine le contenu textuel des pages web par rapport à ces mots clés.

Nous utilisons également les forêts aléatoires pour la classification des pages
web. Néanmoins notre approche est différente, car l’algorithme de classification dis-
crimine les pages web non pas directement selon leur contenu textuel, mais selon
la distribution de thèmes de chaque page web. Cette approche nous permet d’offrir
une navigation dans les pages web par thèmes et sous thèmes au lieu d’une navi-
gation par mots clés. Elle nous permet également de construire automatiquement
des archives avec des hiérarchies de thèmes partant des plus généraux vers les plus
particuliers où une page web peut appartenir à plusieurs niveaux dans la hiérarchie
en même temps.

Pour extraire les distributions de thèmes à partir des pages web, nous utilisons
l’allocation latente de Dirichlet (LDA). LDA avec l’application de l’échantillonnage
de Gibbs peut être considéré comme un algorithme d’apprentissage non supervisé
qui ne nous donne pas la possibilité d’extraire un ensemble de thèmes prédéfinis avec
une certaine étiquette. C’est pour cette raison, nous avons développé une version
semi-supervisée tirée des travaux de [Ramage 2009, Lu 2013].

Nous nous référons à cette version comme étant semi supervisé, car nous gar-
dons les caractéristiques d’un apprentissage non supervisé, mais nous orientons cet
apprentissage par un certain nombre d’interventions. Par exemple, nous allons pré-
férer un résultat d’un échantillonnage par rapport à un autre si les mots dans la
distribution de thèmes échantillonnés contiennent certains mots qui appartiennent
à une catégorie en particulier.

Ce chapitre est organisée comme suit. Nous présentons d’abord la version semi-
supervisée de LDA, nous abordons ensuite notre modèle de travail fondé sur l’utili-
sation des forêts aléatoire. Nous présentons enfin l’application de notre méthode et
son évaluation sur les données récupérées du répertoire de pages web dmoz. L’éva-
luation que nous avons menée explore plusieurs stratégies qui correspondent à la
sélection de différentes caractéristiques telles que les différents niveaux de catégories
ou le nombre d’arbres dans les forêts aléatoires.
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5.1 Version semi-supervisée de LDA

La supervision du processus d’identification des thèmes se fait sur deux niveaux.
Elle se fait d’abord au niveau des mots dans les documents, ensuite au niveau des
documents. D’abord, pour chaque mot d’un document d présent dans la liste des
mots clés Ω = ω1, ω1, . . . , ωnKV , nous affectons à ce mot un thème cible appartenant
à une liste restrictive de thèmes cibles Ti,j = {Ti,j1 , Ti,j2 , . . . , Ti,jK}. Nous obtenons,
au terme de cette étape, un dictionnaire que l’on annotera Wt où nous avons pour
chaque mot clé ωi une liste de thèmes qui lui sont associés Wt[ωi].

Ensuite, au niveau des documents, nous étiquetons avec un ou plusieurs thèmes
une liste de documents choisis. Dans cette étape, le thème cible qui sert à étiqueter
le document appartient à une liste restrictive de thèmes Ti = {Ti1 , Ti2 , . . . , TiK}.
Les mots qui sont dans le document étiqueté sont tous affectés au thème cible Ti,j .
Nous obtenons en sortie de cette étape un dictionnaire que l’on annotera Dt où
pour chaque document étiqueté nous avons une liste de thèmes qui lui sont associés
Dt[Ωi].

Pour les mots dans les autres documents non étiquetés, les thèmes qui leur seront
associés seront échantillonnés de l’ensemble des thèmes K. Les deux niveaux de
supervision de l’apprentissage donnent en sortie une liste restreinte de thèmes. Avec
cette version semi-supervisée au moment du traitement d’un mot étiqueté ou d’un
document étiqueté, nous appliquons l’échantillonnage de Gibbs uniquement sur cette
liste restreinte de thème Ti,j pour les mots et Ti pour les documents. L’échantillonage
de Gibbs est appliqué pour approcher une nouvelle valeur de zi avec l’équation 5.1.
Cette equation représente la probabilité que le thème j est choisi pour un mot wi
étant donné tous les thèmes −i choisi pour tous les mots dans le document di.

P (zi = j | z−i, wi) ∝
nwi−i,j + β

n
(·)
−i,j + V β

ndi−i,j + α

ndi−i,· +Kα
(5.1)

Où nwi−i,j est le nombre d’occurrences du mot wi dans le thème j. n(·)−i,j est le
nombre d’occurrences de tous les autres mots dans le thème j. ndi−i,j est le nombre
d’occurrences du thème j dans le document di. Enfin, ndi−i,· est le nombre d’occur-
rences de tous les autres thèmes dans le document di.

Si nous souhaitons que l’échantillonnage de Gibbs soit uniquement appliquer sur
la liste restreinte de thème Ti,j pour les mots et Ti pour les documents, nous devons
alors changer l’équation 5.1 et la remplacer par l’équation 5.2

P (zi = j|z−i, w) ∝
nwi−i,j + β

n
(·)
−i,j + Vβ

ndi−i,j + α

ndi−i,· + Kα
(5.2)

Où K et V sont calculés par les équations 5.3,5.3 au niveau des mots et par
les équations 5.5 et 5.6 au niveau des documents. Notons que le comportement
de l’échantillonnage de Gibbs sur des ensembles complets ou des sous-ensembles,
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comme c’est le cas avec l’apprentissage semi-supervisé, est similaire [Koller 2009].

K = |Ti,j | = len(Wt[ωi]) (5.3)

V = |Ω| (5.4)

K = |Ti| = len(Dt[Ωi]) (5.5)

V = V (5.6)

Ces étapes sont résumé dans l’algorithme 10.

Algorithme 10 Version semi-supervisée de LDA
Précondition : w mots dans le corpus de document D = (d1, d2, . . . , dn)

1: Initialiser aléatoirement z
2: pour tout itérations faire
3: pour tout w ∈ di, di ∈ D et zi dans z faire
4: si w ∈ Ω alors
5: Calculer K et V avec l’équation 5.3 et 5.4.
6: pour tout thème j dans K thèmes faire
7: Calculer P (zi = j|zi, w) avec l’équation 5.2
8: zi ∼ p(z|.)
9: sinon si di ∈ D alors

10: Calculer K et V avec l’équation 5.5 et 5.6.
11: pour tout thème j dans K thèmes faire
12: Calculer P (zi = j|zi, w) avec l’équation 5.2
13: zi ∼ p(z|.)
14: sinon
15: pour tout thème j dans K thèmes faire
16: Calculer P (zi = j|zi, w) avec l’équation 3.11
17: zi ∼ p(z|.)
18: Calculer φ(z)

19: Calculer θd
20: retour de l’algorithme : z, φ(z), θD

Nous avons utilisé le résultat en sortie de la version semi-supervisée de LDA
pour entraîner des forêts aléatoires, que nous présenterons dans ce qui suit.

5.2 Utilisation des forêts aléatoires

Les forêts aléatoires appartiennent à la catégorie des méthodes ensemblistes de
l’apprentissage automatique [Rokach 2009]. L’appellation "forêts aléatoires" vient
des travaux de [Ho 1995] qui a proposé un modèle d’agrégation d’arbres de décision
qui sont construits sur des sous-ensembles aléatoires. Malgré sa simplicité d’implé-
mentation, l’approche a rencontré des problèmes de surapprentissage pour lesquels
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[Breiman 1996] a proposé une nouvelle approche appelée ensachage (Bagging qui
est l’abréviation de bootstrap agrégation en anglais). La méthode consiste à prendre
des échantillons avec remplacement, ensuite à entraîner un modèle d’apprentissage
sur ces échantillons, et enfin à faire la moyenne de ces modèles. Ceci engendre,
généralement, un modèle plus performant et plus résistant à la variation.

Les forêts aléatoires telles qu’elles sont connues maintenant ont été proposées
par [Breiman 2001], et décrites comme un ensemble d’arbres de décisions entraînés.
Elles sont une combinaison entre les arbres de décision et la méthode d’ensachage. Il
est à noter que les forêts aléatoires améliorent la technique d’ensachage en réduisant
la corrélation entre les arbres échantillonnés avec deux sources de stochasticité. La
première vient de l’utilisation du bootstrap pour construire un ensemble aléatoire Z∗

à partir des données d’entraînement. La deuxième source est la sélection aléatoire
des attributs de séparation sur un noeud, où on tire un ensemble aléatoire avec
remplacement N donné.

Algorithme 11 Construction d’une forêt aléatoire à partir de l’analyse sémantique
semi-supervisée de LDA.
Précondition : Une collection de documents D avec C catégories.
1: pour tout arbre b ∈ B arbres faire
2: Tirer un échantillon de bootstrap Z∗ de taille C des données d’entraînement.

3: tant que la taille minimale cmin du noeud n’est pas atteinte faire
4: Tirer aléatoirement m variables des p variables.
5: Choisir le meilleur point pour diviser le noeud parmi les m variables.
6: Diviser le noeud en deux noeuds fils.
7: retour Un ensemble d’arbres {Tb}B1 .

Nous décrivons dans l’algorithme 11 le processus de construction d’une forêt
aléatoire à partir des résultats de l’analyse sémantique semi-supervisée de LDA. Le
processus consiste à construire d’abord plusieurs arbres de décisions qui vont donner
à chacun un résultat de prédiction de la catégorie c ∈ C étant donné un document
d ∈ D. Ensuite, pour éviter le sur apprentissage, nous effectuons deux interventions
stochastiques : la première sur les données, et la deuxième sur le modèle.

L’intervention stochastique sur les données consiste à modifier légèrement
l’échantillon des données d’entraînement pour chaque arbre de décisions. L’inter-
vention stochastique sur le modèle consiste aux choix aléatoires des attributs lors de
la division d’une branche dans un arbre de décision. Nous présentons dans la suite
les données sur lesquels nous avons appliqué notre algorithme.
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5.3 Application et analyse

Nous avons collecté le contenu textuel à partir des pages d’accueil de 60 sites
web répertoriés dans les dossiers de dmoz 1. Les répertoires web peuvent apporter
un plus aux moteurs de recherche qui présentent, pour l’instant, les résultats selon
un certain ordre de pertinence. Par exemple, une réponse à une requête de recherche
qui inclue la hiérarchie des différentes catégories où se trouve la page web recherchée
peut apporter à l’utilisateur une acuité par rapport à sa requête d’origine. Cepen-
dant, l’entretien de ces répertoires demande un effort humain considérable pour leur
gestion. Notre approche peut contribuer à l’automatisation de cette tâche.

Figure 5.1 – Nous avons une structure avec 3 niveaux, 2 catégories principales, les
catégories étant détaillées du niveau 1 au niveau 3.

Dans le dendrogramme présenté dans la figure 5.1, nous avons 15 catégories
de bas niveau (niveau 3), 5 catégories (niveau 2) de mi-niveau, et 2 catégories de
haut niveau. Pour chaque catégorie du niveau 3, nous avons 4 documents. Avant

1. www.dmoz.org
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Figure 5.2 – La moyenne du taux de précision des stratégies de classification A et
B.

d’exécuter la version semi-supervisée de LDA, nous avons nettoyé le texte de tous
les mots vides, ponctuations, etc.

Après l’application de la version semi-supervisée de LDA nous obtenons un jeu
de données où chaque page web est représentée par une distribution de probabilités
qui est étiquetée avec les catégories prédéfinies. Nous avons séparé le jeu de données
avec les proportions suivantes : 75% des données ont été dédiées pour l’entraînement
des arbres de décision, cela afin de construire la forêt aléatoire. Les autres 25% des
données ont été dédiées aux tests.

Dans notre évaluation, nous avons comparé deux stratégies de classification.
La première est comparable à une classification basée sur les mots clés comme dans
[Klassen 2010]. Au sein de cette stratégie, nous ne prenons pas en compte le résultat
du niveau précédent. C’est-à-dire les prédictions pour la classification binaire du
Layer 1 dans la Figure 5.1. Nous avons dénoté cette stratégie par la lettre A.

La deuxième stratégie est ce que nous appelons une classification multi-niveaux.
Avec cette stratégie nous prenons en compte les résultats de classification obtenus
au niveau précédent. C’est-à-dire que les résultats sont pris comme entrée pour
l’algorithme qui va classifier les documents dans le niveau suivant. Nous avons dénoté
cette stratégie par la lettre B.

Pour la classification du premier niveau, nous avons obtenu un taux de classifi-
cation égale à 93.93% avec un écart type nul. Cette classification a été exécutée à
l’aide des caractéristiques obtenues avec la version semi-supervisée de LDA exécutée
sur le niveau 3.

Nous avons également pris en compte dans notre analyse la variation du nombre
d’arbres de décision dans la forêt aléatoire. Nous avons rapporté dans la table 5.1,
la moyenne des résultats d’une dizaine d’exécutions de l’algorithme de classification
basée sur la construction des forêts aléatoires.

Pour la stratégie de classification A, niveau 2, table 5.1, nous avons obtenu le
taux de classification le plus bas 68% en moyenne pour un total de 100 arbres, et
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thématique catégorielle

Niveau
100 arbres 200 arbres 500 arbres 1000 arbres

Min 93.3% 93.3% 93.3% 93.3%
Max 100% 100% 100% 93.3%
Moyenne 95.9% 95.9% 95.9% 93.3%
Ecart type 3.4 3.2 2.8 0

Niveau 2 (stratégie A)
100 arbres 200 arbres 500 arbres 1000 arbres

Min 53.3% 66.6% 66.6% 66.6%
Max 80% 80% 73,3% 73,3%
Moyenne 68% 74% 71,9% 72,6%
Ecart type 6,8 5,8 2,8 2,1

Niveau 2.1 (stratégie B)
100 arbres 200 arbres 500 arbres 1000 arbres

Min 50% 83.3% 83.3% 83.3%
Max 100% 100% 100% 100%
Moyenne 88.3% 89.9% 86.6% 86.6%
Ecart type 15.8 8.6 7 7

Niveau 2.2 (stratégie B)
100 arbres 200 arbres 500 arbres 1000 arbres

Min 66.6% 66.6% 66.6% 77.7%
Max 88.8 % 100% 88.8% 88.8%
Moyenne 75.5% 77,7% 78,8% 78,8%
Ecart type 7 10.4 8.1 3.5

Table 5.1 – Investigation des paramètres des forêts aléatoires sur le taux de classi-
fication hiérarchique selon plusieurs stratégies.

pour le taux de classification le plus haut 74% en moyenne pour un total de 200
arbres.

Pour la stratégie B, où nous avons pris en compte le résultat de la classification
au niveau de le niveau 1, nous pouvons diviser la tâche de classification et don-
ner en entrée des caractéristiques qui correspondent à la division dans le niveau 1.
Par exemple, si nous savons qu’un document est classifié dans la catégorie com-
puter, l’algorithme de classification ne recevra que les caractéristiques liées à cette
catégorie.

Dans la table 5.1, nous avons deux parties. Le niveau 2.1 qui correspond aux
sous-catégories de la catégorie computer, et le niveau 2.2 qui correspond aux sous
catégories de la catégorie Games, tous deux illustrées dans la figure 5.1. Pour la
stratégie de classification B, niveau 2.1, table 5.1, nous avons obtenu un minimum
de 86% en moyenne à partir de 500 arbres, et un maximum de 89% en moyenne
pour 200 arbres.

Pour la stratégie de classification B, niveau 2.2, table 5.1, nous avons obtenu un
minimum de 75% en moyenne pour 100 arbres et un maximum de 78.8% en moyenne
à partir de 500 arbres. En conclusion et selon les résultats obtenus, plus il y a de
thèmes ou de catégories à classifier, moins l’algorithme de classification basé sur les
forêts aléatoires est précis. Cette conclusion est aussi mentionnée dans les travaux
de [Klassen 2010].

Dans cette partie, nous avons proposé une méthode pour la classification d’un
document selon une hiérarchie de classe représentée en dendrogramme. Les contri-
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butions majeures reliées à cette méthode sont :
— l’extraction des caractéristiques sémantiques avec une approche semi-

supervisée.
— La sélection des caractéristiques avec la construction de forêt aléatoire.
— La proposition d’une méthode pour une classification à la fois «souple» et

multi-niveau.
Observons que les expérimentations ont été effectuées sur une collection de docu-
ments D réduite, ceci à cause du problème du passage à l’échelle lors de l’utilisation
de l’allocation latente de Dirichlet. Dans la prochaine section, nous proposerons un
outil pour offrir des solutions parallèles.

La deuxième méthode nous a permis de classifier à document à travers une
hiérarchie de document en partant de la catégorie la plus générale vers ceux qui
sont particuliers au document en question. Au sein de cette méthode, nous avons
proposons une version semi-supervisée de l’allocation latente de Dirichlet que nous
avons combinée avec les forêts aléatoires. Nous avons été capables de classifier les
documents avec une moyenne de 95.9% pour les catégories les plus générales et une
moyenne de 89.9 % pour les catégories les plus particulières.





Chapitre 6

Construction de corpus annotés
pour le dialecte tunisien

Résumé : Avec l’augmentation constante du nombre d’utilisateurs arabophones sur les
réseaux sociaux tels que Twitter et Facebook, il s’est créé parallèlement un besoin pour des
systèmes automatiques de traitement de la langue arabe, par exemple, les systèmes d’analyse
de sentiments. Ces derniers sont utilisés pour classifier les textes dans des catégories qui
correspondent à un sentiment : joyeux, triste, neutre. Ou bien encore, dans les systèmes de
traduction de l’arabe à d’autres langues. Cependant, et à cause de la diversité des dialectes
dans la langue arabe, il y a un manque de données d’entraînement pour la construction de ce
type de systèmes. Un texte écrit en Tunisien ne peut pas être directement traduit en anglais
si le système de traduction est entraîné avec de l’arabe moderne, de même pour l’analyse de
sentiment. Une première étape consiste alors à différencier l’arabe moderne des dialectes qui
existent, une seconde étape consiste à entraîner pour chaque dialecte un système différent.
Nous proposons, dans ce chapitre, une étude du dialecte tunisien en fournissant un corpus
de données pour les applications de différenciation et d’analyse des sentiments.

Ces dernières années, nous avons constaté un intérêt croissant, dans la commu-
nauté du traitement de la langue arabe, pour la fouille d’opinion et l’analyse des
sentiments [Abdul-Mageed 2011, Shaalan 2014, Salameh 2015, Mohammad 2015].
Cependant, cette tâche reste difficile à réaliser à cause de la diversité de la langue
arabe et de la multitude de dialectes.

Un outil qui est construit pour un dialecte ne marchera pas forcément pour un
autre. Par exemple, l’outil de segmentation proposé par [Monroe 2014], ou l’outil
d’analyse morphologique proposé par [Pasha 2014], sont deux outils construits sur
l’arabe standard moderne (ASM) et le dialecte égyptien (EGY). L’application de ces
outils sur le dialecte tunisien (TN), par exemple, ne donne pas des résultats précis.
Car le TN a sa propre structure. Pour une analyse plus détaillée des différentes
morphologies des dialectes arabes, se référer aux travaux de [Malmasi 2015]. Il y a
donc un besoin de collecter plus de données de différents dialectes afin de construire
un outil générique.

La contribution de cette partie se résume dans les trois points suivants :

1. Nous proposons un jeu de données annoté manuellement pour la tâche de
l’analyse des sentiments (e.g. positifs, négatifs, neutres). Il est composé d’un
ensemble de phrases en dialecte tunisien (TN) et en arabe standard moderne
(ASM).
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2. Nous avons comparé la performance de six algorithmes de classification avec
l’utilisation du gain d’informations comme méthode pour la sélection des
caractéristiques. Les résultats de cette partie peuvent être considérés comme
un référentiel (parangonnage) pour d’autres travaux qui utiliseront notre jeu
de données.

3. Nous avons analysé la différence entre les résultats de classification des al-
gorithmes entraînés seulement sur le TN et ceux entraînés sur un mélange
entre le TN et le ASM.

Travaux Nom Taille ASM/Dialecte Source
[Aly 2013] LSABR 63,257 MSA/Non mentionné GoodReads.com
[ElSahar 2015] HTL 15,572 MSA/Non mentionné TripAdvisor.com
[ElSahar 2015] RES 10,970 MSA/Non mentionné Qaym.com
[Nabil 2015] ASTD 10,000 MSA+égyptien Twitter.com
[Refaee 2014] ATC 8,868 MSA+JO Twitter.com
[ElSahar 2015] PROD 4,272 MSA/non mentionné Souq.com
[Abdul-Mageed 2014b] MONTADA 3,097 MSA/LEV/EGY Forums
[Abdul-Mageed 2014b] TGRD 3,015 MSA/non précisé Twitter.com
[Abdul-Mageed 2014a] THRIR 3,008 MSA/LEV/EGY Wikipedia TalkPages
[ElSahar 2015] MOV 1,524 MSA/non mentionné Elcinemas.com

Table 6.1 – Jeux de données existants ordonnés par leur taille.

Dans la table 6.1, nous citons la liste des jeux de données collectées pour la tâche
de l’analyse des sentiments. Trois de ces jeux de données [Nabil 2015, Refaee 2014,
Abdul-Mageed 2014b] sont collectés du site de microblogging Twitter et par la suite
annotés. Nous trouvons, dans le travail de [Nabil 2015], un référentiel construit avec
quatre algorithmes de classification, et aucune distinction entre le ASM et le EGY.
Dans le travail de [Refaee 2014], Les auteurs proposent un jeu de données constitué
de tweets jordaniens, ils détaillent dans leur article la méthodologie d’annotation
utilisée ainsi que des statistiques reliées à leur jeu de données. Enfin, dans le travail de
[Abdul-Mageed 2014b], les auteurs étudient le lexique des tweets qu’ils ont collectés
et présentent une analyse des sentiments subjectifs dans la langue arabe.

6.1 Jeu de données proposées et statistiques

Traduction en français Arabe
Elections présidentielles �

é
�
J
�� A

�
KQ
�
Ë @

�
HA

�
K. A

�	
j

�
J
	
KB

�
@

Elections législatives �
éJ
ªK
Qå

�
�
�
JË @

�
HA

�
K. A

�	
j

�
J
	
KB

�
@

Elections tunisiennes �
é
�
J
��

	
��ñ

��
JË @

�
HA

�
K. A

�	
j

�
J
	
KB

�
@

Deux des principaux hashtags utilisés par #tnelec
la communauté tunisienne sur Twitter pour parler des élections

#tnprez

Table 6.2 – Exemples des mots clés/hashtags utilisés lors de la collecte des données
sur Twitter.
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Label Definition Example English Translation
TN Positif Avec un indicateur . @ �Pñ

	
K ñ

�	
¯ @ �QK. Bravo ! Noura.

positif utilisé

Négatif Avec un indicateur ðYgð Õ
�
ºm�'



�

�Òj.
	
JK
A

�
Ó Il ne peut pas gouverner seul

négatif utilisé . I. k ñË ð même s’il le voulait

Neutre Pas d’indicateurs 	á�
ÒJ

�
®ÖÏ @

�
é�

	
� @

�
ñ

�
JË @

�
�A

�	
®J
» Comment les tunisiens

d’émotions utilisées ñJ.
	

j
��
J
	
�K
 h. PA

�	
mÌ'A

�
K. expatriés votent-ils ?

MSA Positif // �
éJ
�

	
�ñ

�
JË @

�
HA

�
K. A

�	
j

�
J
	
KB

�
@

	
�

�
�

�
é
�
JªK. Une représentation officielle

.
�
é
	
¯A

�	
®

�
� ð

�
éK
X�

�
Yª

�
K A

�
î
	
E

�
AK. décrit les élections

comme étant transparentes et diverses.

Négatif // 	áÓ
	
àðQÓ

	
Y

�
JK


�
éJ
�A

�
K
QË @ ñJ.

�
¯ @ �QÓ Les observateurs des

Ñî
�
EA

��
®¢�. Èñ�ð ÐY« élections présidentielles se plaignent

de ne pas avoir reçu leurs cartes.

Neutre // �
èQK


	Qm.
Ì'@ ÈA

��
®Ó ú




	
¯ ÉJ
�A

�	
®
�
JË @ Les détails sont dans

l’article de Aljazira.

Table 6.3 – Exemple des tweets annotés.

À l’aide du service logiciel Twitter Streaming API, fourni par Twitter, nous avons
collecté un total de 50,000 tweets. Ces tweets ont été publiés de façon publique entre
la période du 1er octobre 2014 et le 23 décembre 2014. La première date correspond
aux élections des 217 sièges à l’Assemblée nationale, la deuxième date est postérieure
aux élections présidentielles.

Après un traitement des tweets et la suppression des tweets écrits avec des lettres
en Latin, nous avons obtenu un total de 10,00 tweets écrits entièrement en lettres
arabes. La constitution du jeu de données est fondée sur la collecte de certains
mots clés qui ont été testés manuellement sur la barre de recherche du site de
mircoblogging Twitter, et ont été discutés avec différents membres de la communauté
tunisienne. En plus des mots clés, nous avons ajouté les hashtags comme une entrée
lors de la requête des tweets. Les hashtags sont un moyen de donner plus de visibilité
à un tweet. Ils sont considérés comme un hub où tous les tweets qui traitent du même
sujet peuvent être facilement identifiés. Nous avons représenté les mots clés utilisés
ainsi que les hashtags dans la table 6.2.

Nous avons, avec trois personnes parlant le Tunisien, annoté manuellement 5514
exemples en ne tenant compte que des indicateurs positifs ou négatifs. Si un de
ces indicateurs n’est pas identifié dans le tweet, nous le considérons comme neutre
(se référer à la table 6.3 pour des exemples). Dans le cas où les annotateurs sont
incapables de se décider sur un tweet, ils le suppriment tout simplement. Nous
n’avons pas, de ce fait, considéré les sens cachés ou les phrases sarcastiques. Tous les
tweets qui contenaient une redondance ou de la publicité ont été aussi supprimés.

Le jeu de données proposé contient donc 5514 tweets annotés manuellement.
3760 de ces tweets sont en arabe standard moderne (ASM) et 1754 en dialecte
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Figure 6.1 – Nombre de tweets pour chaque catégorie.

Nb. Tweets 5514
Nb. mots 49940
Nb. max mots / Tweet 27
Nb. min mots / Tweet 1
Moy. mots / Tweet 10
Taille du vocabulaire 10553

Table 6.4 – Statistiques du contenu du jeu de données annoté.

tunisien (TN). La proportion des différentes classes est illustrée dans la figure 6.1.
Pour les tweets en ASM, nous avons un nombre important de tweets neutres, cela
s’explique par le fait que c’est une langue utilisée pour les journaux écrits et télévisés.
Pour les tweets en TN, nous avons un nombre important de tweets négatifs. Les
tweets positifs et négatifs sont presque similaires en nombre. Une analyse poussée,
des raisons expliquant ces différentes proportions, est au-delà de la portée de nos
travaux. Nous résumons, dans la table 6.4, quelques statistiques relatives à notre
jeu de données.

6.2 Sélection de caractéristiques et algorithmes de clas-
sification

MSA/TN Nb. Grammes Nb. Grammes GI Ratio
MSA+TN GI > 0.0 1g 10553 406 3.85%

1g+2g 33748 724 2.14%
1g+2g+3g 58110 940 1.62%

TN GI > 0.0 1g 7372 46 0.62%
1g+2g 21803 56 0.25%
1g+2g+3g 35862 57 0.15%

Table 6.5 – Sélection des caractéristiques sur différents n-grammes avec le ratio de
sélection.
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Pour l’extraction et la sélection des caractéristiques, nous avons utilisé le gain
d’informations (GI). GI est une méthode qui est utilisée pour extraire les caractéris-
tiques les plus importantes par rapport aux attributs de la classe que l’on cherche
à trouver. GI calcule la décroissance attendue de l’entropie ou de l’incertitude face
à l’arrivée de nouvelles informations. Quand l’entropie décroît, l’information croît.
GI est décrite par l’équation suivante :

Info(S) = −
∑

i=1

m(Pi)log2(Pi) (6.1)

où S est l’ensemble des instances, P est la probabilité qu’une instance choisie
aléatoirement appartienne à une classe i. Enfin, m est le nombre de classes (e.g.
nous avons 3 classes : positif, négatif, neutre).

Pour calculer le GI, nous avons besoin de mesurer le nombre de bits nécessaires
pour encoder l’information relative à la classification d’une instance dans S, en
utilisant une caractéristique F . Cette quantité est mesurée par :

InfoF (S) = −
v∑

j=1

|Sj |
S
× Info(Sj) (6.2)

IG(F ) = Info(S)− InfoF (S) (6.3)

Où v est le nombre de partitions, |Sj |S est le poids de la partition (classes) j et
Info(Sj) est l’entropie de Sj calculée avec l’équation 6.2.

Dans ce travail, nous avons choisi les caractéristiques avec une valeur au-dessus
de 0.0, relative au GI. Dans la table 6.5, nous comparons deux types d’extraction de
caractéristiques. Le premier est appliqué sur les 5514 tweets composant notre jeu de
données. Nous avons obtenu 10553 grammes uniques, séparés par des espaces dans
chaque tweet.

Après l’extraction des caractéristiques, nous avons sélectionné 406 grammes
uniques avec un GI au-dessus de 0.0, comme " A

�
îD

.
m�

	
'" en dialecte tunisien que nous

traduisons en français par "Je l’aime". Nous avons répété ce processus pour les
caractéristiques avec un et deux grammes, par exemple, " 	áÓ �ª

�
K@" qui veut dire

"Pire que". La deuxième partie de la table 6.5 est l’application de l’extraction et de
la sélection des caractéristiques sur le dialecte tunisien. Le ratio dans la table 6.5
représente l’agressivité de la sélection des caractéristiques. Plus la valeur est petite,
plus la sélection de caractéristiques est agressive.

Dans la suite, nous présentons brièvement les algorithmes que nous avons utilisés
pour construire notre référentiel de comparaison sur le jeu de données que l’on
propose.

Classification naïve bayésienne : la classification naïve bayésienne consiste
en l’application de la règle de Bayes sur les documents (e.g. de type tweets) et les
classes (e.g. négatifs ou positifs). Pour un document d et une classe c, la règle de
Bayes s’écrit comme suit :
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P (c|d) =
P (d|c)P (c)

P (d)
(6.4)

P (c, x1, ..., xn) = P (c)P (x1|c)...P (xn|c) (6.5)

L’équation 6.5 représente l’indépendance conditionnelle où c est une classe bi-
naire, par exemple positive ou négative. x est une caractéristique, par exemple un
mot dans un tweet. La probabilité qui correspond à l’ensemble des caractéristiques
est indépendante étant donnée la classe c.

Séparateurs à Vaste Marge (SVM) SMV ou encore machines à point de
support sont une méthode de classification supervisée binaire. Les SVM ont été in-
troduits par Vapnik dans son ouvrage sur la théorie de l’apprentissage statistique.
Conçue comme un classifieur linéaire, la méthode consiste à chercher un hyper-
plan qui sépare deux classes de données de manière à maximiser la marge entre les
exemples les plus proches de chacune des deux différentes classes ; ces exemples sont
appelés vecteurs support.

Méthodes des k-plus proches voisins (NN) NN utilise le vote en majorité
pour associer un objet à la classe de ses k plus proches voisins. Dans nos expérimen-
tations nous avons utilisé k = 1.

Arbre de décisions. Un arbre de décision est un graphe qui possède une seule
racine et un ensemble de feuilles. En entrée, l’arbre reçoit une description de la
situation avec un ensemble de propriétés et en sortie il donne une décision de 0 ou 1.
Nous avons utilisé dans nos expérimentations deux méthodes ; proposées par Weka
3.6 1. La première est appelée J48, c’est une implémentation en Java de l’algorithme
C4.5 [Salzberg 1994]. La deuxième est appelée PART, construit partiellement un
arbre de décision de type C4.5 et génère une liste de décisions.

Forêts aléatoires (RF) les forêts aléatoires peuvent être considérées comme un
ensemble d’arbres de décisions entraînés aléatoirement et combinés avec la méthode
d’ensachage qui réduit le surapprentissage. Pour plus de détails, veuillez vous référer
à la section 5.2.

6.3 Résultats

Afin de fournir un référentiel pour l’utilisation du jeu de données que nous avons
proposé, nous avons d’abord appliqué les algorithmes de classification sur les carac-
téristiques sélectionnées à partir d’un mélange de tweets TN et ASM. Ensuite, nous
avons entraîné les algorithmes de classification avec des caractéristiques sélection-
nées uniquement à partir de tweets TN.

Pour les algorithmes entraînés avec des caractéristiques TN, nous avons exploré
les résultats de sortie sur trois classes (positives, négatives, neutres) mais aussi sur
deux classes (positives, négatives). Les résultats des expérimentations sont rapportés
dans la table 6.6. La fiabilité des algorithmes cités dans la table a été estimée avec

1. weka.sourceforce.net
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MSA+TN/ 5514 tweets Precision moy. Rappel moy. F1 moy. Justesse
NB 1g 0.50 0.50 0.50 49.34%
SVM 1g+2g+3g 0.54 0.53 0.53 53.55%
NN 1g+2g 0.50 0.50 0.49 50.11%
RF 1g+2g 0.51 0.51 0.51 51.81%
J48 1g+2g 0.49 0.49 0.47 49.58%
PART 1g 0.50 0.50 0.48 50.08%

TN/ 1754 tweets Precision moy. Rappel moy. F1 moy. Justesse
NB 3c 1g 0.49 0.53 0.45 53.42%
NB 2c 1g 0.65 0.69 0.64 69.61%
SVM 3c 1g 0.47 0.53 0.41 53.47%
SVM 2c 1g+2g 0.67 0.71 0.63 71.09%
NN 3c 1g 0.47 0.53 0.42 53.24%
NN 2c 1g+2g 0.68 0.70 0.61 70.72%
RF 3c 1g 0.47 0.53 0.43 53.42%
RF 2c 1g+2g+3g 0.67 0.70 0.63 70.87%
J48 3c 1g 0.47 0.53 0.40 53.64%
J48 2c 1g 0.66 0.70 0.62 70.42%
PART 3c 1g+2g 0.40 0.54 0.41 54.04%
PART 2c 1g 0.67 0.71 0.63 71.01%

Table 6.6 – Les résultats des classifieurs entraînés avec des caractéristiques du dia-
lecte Tunisien. L’abréviation g est pour -gramme (le modèle de langage) et l’abré-
viation c pour classes.

la méthode de la validation croisée sur 10 échantillons. Les meilleurs résultats ont
été obtenus avec un SVM qui a été entraîné sur un ensemble composé d’un gramme,
deux grammes et trois grammes.

Les dialectes arabes et spécifiquement le dialecte tunisien contiennent plusieurs
mots provenant de l’ASM. Nous voulions dans nos expérimentations voir si le fait
d’entraîner les algorithmes uniquement sur le TN aurait un effet sur la justesse de la
discrimination de la classe d’un tweet. En observant les résultats dans la table 6.6,
nous constatons une augmentation de la justesse des résultats de tous les algorithmes
entraînés avec des caractéristiques sélectionnées uniquement à partir du dialecte TN.

Nous rapportons également, dans la table 6.6, le résultat de la discrimination
des tweets en deux classes (positive et négative). La réduction du nombre de classes
fait augmenter naturellement la justesse. Les meilleurs résultats sont encore obtenus
avec le SVM pour les trois classes (3c) avec un gramme en caractéristique. Pour les
deux classes (2c), les meilleurs résultats sont obtenus avec un SVM entraîné avec un
ensemble de caractéristiques constitué de un et deux grammes.

6.4 Discussion de l’effet du nombre de caractères

L’algorithme de classification SVM a prouvé son efficacité à travers une vali-
dation croisée sur 10 échantillons. Pour analyser ces résultats, nous avons illustré
dans la figure 6.2 trois matrices de confusion pour comparer la justesse des résultats
donnée dans la table 6.6 avec les résultats de faux négatifs et de faux positifs donnés
par la matrice.
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(a) (b) (c)

Figure 6.2 – (a) Matrice de confusion pour un SVM entraîné avec 3 grammes
extraits d’un mélange du dialecte tunisien et de l’arabe moderne. (b) Matrice de
confusion pour un SVM entraîné avec 1 gramme extrait du dialecte tunisien. (c)
Matrice de confusion pour un SVM entraîné avec 1 gramme extrait du dialecte
tunisien.

La matrice illustrée dans la figure (a) 6.2, représente les exemples prédits par un
SVM qui a été entraîné sur des caractéristiques provenant de ASM et du dialecte
TN. Dans cette matrice, nous avons une importante proportion de vrais négatifs et
une bonne proportion de vrais neutres. Les tweets classés positivement ont presque
la même proportion de vrais positifs et de faux positifs.

Les matrices de confusion (b) et (c) de la figure 6.2 représentent les exemples
prédits par un SVM entraînés uniquement sur le TN. (b) est la matrice de confusion
avec trois classes (positif, négatif et neutre). (c) est la matrice de confusion avec
deux classes (positif et négatif).

Pour les deux matrices, nous pouvons clairement identifier une grande proportion
de faux positifs pour la classe positive, et une grande proportion de vrais négatifs
pour la classe négative. Cela veut dire qu’on une tendance de justesse pour la classe
négative et aussi de meilleures performances de classification pour cette dernière,
sachant aussi que nous avons un grand nombre de tweets négatifs donnés lors de
l’entraînement.

Nous avons également proposé une analyse de la relation entre la longueur des
tweets et les meilleures prédictions de classification que nous avons obtenues avec
SVM. Dans la figure 6.3, nous avons illustré différentes boîtes à moustache, ceux en
gris foncé représentent les prédictions correctes du classifieur et ceux en gris clair
représentent les prédictions erronées.

La figure (a) 6.3 représente les prédictions des trois classes données par un SVM
entraîné sur le dialecte tunisien. La figure (b) 6.3 représente les prédictions des trois
classes données par un SVM entraîné sur le dialecte tunisien et l’arabe standard
moderne.

Dans la figure(a) 6.3, 50% des prédictions correctes pour la classe positive ont été
effectuées sur des tweets qui ont une longueur qui se situe entre 10 et 60 caractères.
Les prédictions erronées ont été effectuées sur des tweets d’une longueur inférieure
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(a) (b)

Figure 6.3 – Relation entre les résultats de prédiction lors de la classification et
la taille des tweets. (a) SVM entraîné sur les tweets TN. (b) SVM entraîné sur les
tweets ASM.

à 80 caractères. Cette différence dans les prédictions selon la longueur nous ouvre
plusieurs possibilités d’améliorations d’un modèle d’apprentissage.

Dans la figure (b) 6.3, nous avons noté que les boîtes à moustaches correspondent
aux prédictions correctes et celles qui sont erronées sont presque similaires. La lon-
gueur médiane des tweets pour la classe positive est aux alentours de 65 caractères.
Nous pouvons conclure que pour les classes entraînées avec un mélange de SMA et
du dialecte TN les résultats de prédictions sont presque meilleurs que des prédictions
faites aléatoirement.

Dans cette partie, nous avons proposé un jeu de données collectées à partir
de Twitter pour la tâche de détection de sentiments. Nous avons d’abord annoté
manuellement les tweets avec trois classes et séparé les tweets en arabe standard
moderne et ceux écrits en dialecte tunisien.

Ensuite, nous avons construit un référentiel de comparaison avec six algorithmes
de classification et présenté notre méthodologie pour la sélection des caractéristiques.
Ce référentiel pourra servir à d’autres chercheurs pour de futures comparaisons.

Suite à l’analyse des résultats que nous avons faite, nous avons quelques idées
pour améliorer les résultats de classification. Dans nos futurs travaux sur cette partie,
nous projetons d’étendre le jeu de données et de proposer un entraînement des
algorithmes fondé sur le lexique du dialecte tunisien.
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Dans cette partie, nous avons traité la problématique de la classification et de
la discrimination des documents en tenant compte des thèmes qu’ils relatent. Nous
avons approché le problème d’abord en construisant un espace sémantique latent en
utilisant la méthode de l’allocation latente de Dirichlet puis, en exploitant la notion
de "voisinage" en proposant des mesures de proximité entres les entités dans ces
espaces.

Nous avons proposé deux méthodes de classification. La première permet de re-
grouper les documents selon deux critères : le premier est qualitatif ; il est représenté
par les thèmes majeurs dans la collection des documents. Le deuxième est quanti-
tatif ; il est représenté par la distance entre la distribution des thèmes dans chaque
document de la collection. Au sein de cette méthode, nous avons procédé à l’analyse
de la structure de l’espace sémantique latent à l’aide des axiomes de la prétopologie.
Cela nous a permis de fournir, avec la première méthode de classification, le nombre
de classes ou de groupes ainsi que leurs centroïdes respectifs. Cela nous évite une
initialisation aléatoire de ces paramètres et nous permet d’obtenir une meilleure
qualité dans les regroupements de documents.

La deuxième méthode nous a permis de classifier les documents à travers une
hiérarchie (de catégories) en partant de la catégorie la plus générale vers celles qui
sont particulieres au document en question. Au sein de cette méthode, nous avons
proposé une version semi-supervisée de l’allocation latente de Dirichlet que nous
avons combinée avec les forêts aléatoires. Nous avons été capables de classifier les
documents avec une moyenne de 95.9% pour les catégories les plus générales et une
moyenne de 89.9 % pour les catégories les plus particulières.

Nous avons également proposé dans cette partie une version distribuée de l’allo-
cation latente de Dirichlet avec une parallélisation de l’algorithme de l’échantillon-
nage de Gibbs. Cela afin d’assurer la bonne gestion du passage à l’échelle des deux
méthodes que nous avons proposées ultérieurement.

À la fin de cette partie, nous avons proposé une vérité terrain pour la classifi-
cation et la distinction du dialecte tunisien dans les textes arabes et avons levé les
problématiques liées au traitement d’une langue non latine. Dans la partie suivante
de la thèse, nous nous intéresserons aux textes numérisés, c’est-à-dire aux images
des textes où nous allons étudier la tâche de l’identification des scripts.
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Chapitre 7

Identification des scripts dans les
manuscrits anciens

Résumé : La reconnaissance de scripts est la distinction d’une langue écrite par rap-
port à une autre dans un manuscrit ancien. Les manuscrits anciens sont des documents
complexes de par la diversité de leurs contenus, par exemple la présence de lettrines, arte-
facts et différentes images. Mais aussi, par le niveau de détérioration qu’ils ont subit qu’elle
soit au travers d’interventions humaines ou naturelles. Cette complexité rend la tâche de
l’identification des scripts difficile, car l’algorithme doit avoir une bonne capacité de gé-
néralisation. Par exemple, l’algorithme doit être capable de reconnaître le script d’un ou
plusieurs fragments provenant du même manuscrits, mais éparpillés dans plusieurs sources
de données. Notre approche consiste à aborder le problème de l’identification des scripts par
la détermination des caractéristiques en prenant le signal de l’image du document dans sa
globalité, prenant donc en compte l’environnement où se trouve le script. Nous faisons l’hy-
pothèse qu’un apprentissage effectif des caractéristiques utiles à la classification est possible
dans un premier temps. Et, dans un second temps, l’extraction de caractéristiques fines est
abordable par un empilement de réseaux de neurones de types auto-encodeurs (CAE pour
Convolutional Auto-Encoders) afin de fournir une représentation alternative des données
reçues en entrée. Ces représentations fines mélangent les propriétés du script aux propriétés
de la page où ils se trouvent. Les représentations sont des plus générales dans les premières
couches, par exemple le changement de contraste dans l’image, vers les plus particulières,
par exemple le tracé d’un scribe (écrivain) par rapport à un autre. Les résultats obtenus
avec les représentations CAE sont comparables à ceux fabriqués par des experts. Nous
avons rapporté les résultats obtenus avec les caractéristiques apprises, et ce en les com-
parants aux caractéristiques extraites à l’aide d’une expertise humaine. Nous avons enfin
relevé l’importance de l’initialisation des paramètres lors de l’apprentissage.

7.1 Introduction

7.1.1 Position du problème

L’évolution technologique de l’acquisition d’images, par scanner ou appareil
photo de type réflexe, a permis de réduire les coûts liés à la numérisation de nom-
breux documents anciens, dans les bibliothèques, archives municipales, musées, etc.
Ceci a résulté en une rapide expansion du nombre de travaux sur l’analyse d’images
de documents ou DIA, Document Image Analysis. Le DIA est un domaine qui
se trouve au croisement de l’analyse d’images, la reconnaissance de formes et les
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(a) (b)

(c) (d)

Figure 7.1 – Exemple des quatre scripts correspondant aux quatre classes identifiées
(a) Éthiopien (b) Syriaque (c) Grec (d) Latin

sciences humaines, avec par exemple l’implication de la philologie ou encore la pa-
léographie.

Dans ce chapitre, nous nous intéressons à un cas particulier de DIA qui est
l’identification des scripts 1 Dans les pages d’un manuscrit ancien. Le but d’exécuter
une telle tâche est de proposer une méthodologie qui permettra de rechercher un
document en émettant une requête sur son script, ou encore de transcrire son contenu
avec un algorithme adapté de reconnaissance de caractères OCR Optical Character
Recognition en anglais.

La figure 7.1 montre quatre scripts issus de différents manuscrits anciens qui
seront étudiés dans ce chapitre (voir la table 7.1). Nous appelons donc script, un
texte écrit à la main, à ne pas confondre avec une langue qui est la lecture du texte
écrit ou le parlé dans une discussion.

Les manuscrits anciens sont des documents complexes. D’abord, leur mise en
forme est complexe avec une variété d’artefacts comme des lettrines, des dessins,
et des contenus textuels de différentes formes (e.g. figure 7.2 a et c). Ensuite, leur
qualité est souvent détériorée par le temps, ou par des interventions humaines (e.g
taches, coupures) comme cela est illustré par exemple dans les figures 7.2 (b) et
7.2 (d)). Puis, vu qu’il n’existe pas encore de normes communes à l’ensemble des

1. À ne pas confondre avec le terme "script" d’un langage informatique.
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(a) (b)

(c) (d)

Figure 7.2 – Exemple de différentes formes de dégradation, artefacts, intervention
humaine que l’on peut trouver dans les manuscrits étudiés. (a) Une page de garde
noire. (b) Taches sur la page et dilution de l’encre. (c) Artefacts. (d) Coupures et
interventions humaines.

bibliothèques (e.g. Cambridge, Stanford, Bibliothèque National de France, etc.), la
numérisation des manuscrits qui sont complets est souvent non homogène, c’est-à-
dire que parfois le code couleur lors de la numérisation n’est pas le même, ou que la
résolution n’est pas la même. Enfin, nous pouvons également avoir affaire à plusieurs
fragments d’un seul manuscrit qui sont distribués dans plusieurs bibliothèques à
travers le monde.

En pratique, les scripts sont qualifiés à l’aide d’un ensemble de caractéristiques
(e.g. largeur du trait, contraste, forme des lettres). Ces caractéristiques sont acces-
sibles au travers du traitement de l’image représentée par une matrice de pixels.
Le traitement aux termes des pixels s’effectue par l’application d’un filtre sur un
ou plusieurs niveaux qui correspondent à différentes régions d’intérêts (ROI pour
Region Of Interest en anglais). Ces ROI peuvent représenter une ligne, un mot, ou
encore un caractère. Dans ce cas, les documents illustrés dans la figure 7.2 sont le
plus souvent considérés comme du bruit et sont supprimés lors de l’extraction des
caractéristiques, et aussi de la discrimination des scripts.

En raison de la nature complexe des documents anciens, nous pensons que les
méthodes qui sont entraînées sur un seul manuscrit avec des caractéristiques ex-
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traites au niveau des ROI cités perdent en information et ne sont pas directement
applicables à d’autres manuscrits anciens. Dans cette partie, nous proposons de tra-
vailler au niveau de la page sans aucun nettoyage ni pré traitement préalable sur les
pixels du manuscrit.

7.1.2 Spécification de notre jeu de données

Dataset #Pages Scripts Code manuscrit
BNF_eth_226 222 Ethiopic Eth 226
BNF_eth_248 188 Ethiopic Eth 248
BNF_eth_31 169 Ethiopic Eth 31
BNF_eth_32 415 Ethiopic Eth 32
BNF_syr_438 217 Syriaque Syr 438
N41_BNF_grec_2465 476 Greek Gr 2465
N97jpg 93 Greek Suppl Gr 687
N43jpg 529 Greek Gr 2795
N65jpg 377 Greek N/A
N71jpg 417 Greek Gr 164
N73jpg 824 Greek N/A
N84 531 Latin Latin 2246
N89jpg 338 Latin Latin 9452

Table 7.1 – Description du jeu de données utilisé. Les scripts qui sont en gras
sont ceux qui ont été utilisés lors de la phase d’entraînement pour l’identification
des scripts.

Pour mener notre étude sur l’identification des scripts, nous avons choisi d’utili-
ser un jeu de données composé de 13 manuscrits avec un total de 4796 pages divisées
en quatre principaux scripts : Éthiopien, Syriaque, Grec et Latin. Des exemples re-
présentés par des captures sont illustrés dans la figure 7.1. Les manuscrits ont été
téléchargés sur le site de la Bibliothèque Nationale de France (BNF). 2. Les manus-
crits écrits en éthiopien sont issus des collections de Mondon-Vidailhet, Griaule et
Marcel Cohen. Ceux en Syrique sont issus des collections de l’Ancien Testament
dans la version peshitta. Ceux en Grec sont issus de la collection ayant appartenu
au chancelier Séguier. Ceux en latin sont issus de Gregorius Magnus, Homiliae in
Ezechielem et d’un lectionnaire romain composé vers 670-680.

Les images des documents téléchargés ont été convertis du canal RGB (i.e. Red
Green Blue) en des images niveaux de gris, c’est-à-dire vers un canal à une seule
valeur. Téléchargées en jpeg, les images ont été converties dans le format png d’une
taille moyenne de 300 ko. La taille des pages est de 1024× 1400 pixels. Une descrip-
tion du jeu de données est décrite dans la Table 7.1.

Pour chaque script (i.e. Éthiopien, Syriaque, Grec et Latin) nous avons choisi au
hasard deux manuscrits, mis en gras dans la table 7.1. Notre vérité terrain 3 (Ground
Truth en anglais) est composée d’un total de 2523 pages étiquetées chacune avec le

2. http://www.bnf.fr/fr/collections_et_services/catalogues.html
3. Une vérité terrain est un ensemble d’images étiquetées par les différentes classes d’objets que

nous souhaitons reconnaître en utilisant un algorithme d’apprentissage. L’étiquetage peut être fait
par des experts ou automatiquement par une analyse des images.

http://www.bnf.fr/fr/collections_et_services/catalogues.html
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script qui lui correspond. La vérité terrain est divisée en un jeu d’entraînement, en
un jeu de validation pour l’optimisation des paramètres des différents algorithmes, et
en un jeu de test pour valider les résultats obtenus par les algorithmes présentés. En
se basant sur les bonnes pratiques tirées de l’état de l’art [Krig 2014], les proportions
des trois jeux de données sont les suivantes : 60% pour l’entraînement, 25% pour
la validation et 15% pour le test. La vérité terrain construite contient des images
découpées dans des positions aléatoires de l’image, avec une dimension de 256×256.
Nous n’avons pas effectué de traitement ni de déformation sur les données, ce qui
veut dire que nous avons également gardé le type d’images données en exemple dans
la figure 7.2 (c’est-à-dire des images dégradées ou contenant divers artefacts).

7.1.3 Notre approche pour la classification des scripts

Nous avons considéré deux principales méthodes pour l’extraction de caractéris-
tiques. Nous nous référons à la première méthode comme une extraction faite main
des caractéristiques, en anglais handcrafted features method. Nous nous référons à la
deuxième méthode comme une extraction des caractéristiques apprises, en anglais
learned features method.

Signal
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Figure 7.3 – (a) Extraction du signal au niveau du pixel de chaque image. (b)
Application successive du masque [−1, 0, 1] sur l’axe des x et [−1, 0, 1]T sur l’axe
des y.

Comme dans tous les problèmes de traitement d’images, la page du manuscrit
numérisé est représentée par une matrice de pixels. Nous nous référons à cette ma-
trice comme étant un signal. L’extraction des caractéristiques à partir d’une image
passe par la transformation du signal de cette dernière, usuellement représenté par
une matrice de pixel, par exemple celle de la figure 7.3. La transformation s’effectue
par une application d’une fonction de pondération appelée aussi masque. En pra-
tique ceci revient à appliquer par translation sur la matrice de l’image un vecteur.
Par exemple, le vecteur [−1, 0, 1] traduit la différence entre la valeur du pixel d’avant
et la valeur du pixel suivant. Comme c’est montré dans la figure 7.3. Un masque est
appliqué sur une surface de pixels qui va être utilisée pour un certain traitement.

L’application de [−1, 0, 1] sur l’axe x et de [−1, 0, 1]T sur l’axe y de l’image
nous permet de calculer la dérivée du signal de l’image d’origine et de capturer
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les changements au niveau des pixels. De grands changements nous permettront
de capturer des traits ou de calculer les gradients dans une image. Notons que le
processus que nous venons de décrire est commun à plusieurs techniques d’analyse
des images nous y référons comme l’action d’appliquer un masque. Notamment lors
de l’utilisation des réseaux de neurones artificiels, nous parlerons de filtre convolutif
ou encore appliquer une convolution sur le signal de l’image. 4.

(a) (b) (c)

Figure 7.4 – Exemple de l’application du masque [−1, 0, 1] sur l’axe x de l’image
(a), obtention des caractéristiques représentées dans l’image (b). Application du
masque [−1, 0, 1]T et obtention des caractéristiques représentées dans l’image (c).

Dans la figure 7.4, nous avons appliqué le masque [−1, 0, 1] sur l’axe x de l’image
(a), nous avons obtenu l’image (b). Ensuite, nous avons appliqué sa transposée
sur l’axe y de l’image (a) et nous avons obtenu l’image (c). Ces caractéristiques
obtenues sont qualifiées de faites main, car le masque [−1, 0, 1] est déjà prédéfini.
Les caractéristiques sont donc rigoureusement choisies par un expert pour y être
ensuite remises en entrée dans un algorithme de discrimination ou classification. Par
exemple, dans le domaine d’analyse des documents à partir d’images, nous pouvons
citer les caractéristiques de Gabor [Hamamoto 1998], la technique du motif binaire
local [Mu 2008], l’histogramme de gradients orientés [Dalal 2005], la transformation
de caractéristiques visuelles invariante à l’échelle plus connue sous l’acronyme SIFT
[Lowe 2004], etc.

L’approche que nous proposons d’étudier consiste à discriminer les scripts avec
des caractéristiques apprises au terme d’une suite de convolutions successives appli-
quées sur les pixels au niveau de la page qui constituera notre ROI. Une convolution
est une fonction qui est appliquée au signal, elle joue le rôle de filtre qui permet de
distinguer certaines caractéristiques de ce signal par rapport à d’autres. Nous utili-
serons une suite de convolutions, c’est-à-dire des convolutions de convolutions. Cette
suite est structurée dans un ensemble de couches, l’ensemble de la structure est ap-
pelé architecture profonde par référence à l’approche communément appelée Deep
Learning (voir la section 7.2 pour plus de détails).

L’objectif de l’utilisation de ces architectures profondes consiste à extraire des

4. En pratique une convolution est décrite par une matrice que l’on applique sur le signal (ou
la matrice de pixels de l’image) comme c’est montré dans la figure 7.3
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caractéristiques invisibles à l’oeil humain, mais interprétable et utiles pour les al-
gorithmes de classification. Ces caractéristiques peuvent correspondre à des infor-
mations diverses telles que la courbure des traits, la forme des mots. Mais aussi
d’autres informations qui sont considérées, par les autres méthodes, comme un bruit,
par exemple, les informations qui concernent l’arrière-plan, les images, et d’autres
artefacts présents dans les manuscrits. Ces bruits sont souvent supprimés dans des
procédures de prétraitement. Nous pensons qu’un environnement non contrôlé avec
un minimum d’intervention sur le jeu de données permettrait de réduire le biais et
d’avoir une meilleure généralisation sur d’autres jeux de données [Torralba 2011].

Cette approche ne requiert pas d’expertise préalable sur les images et permet
d’obtenir une représentation différente, mais satisfaisante comparée à l’extraction
faite main. Comme pour l’apprentissage automatique en général, l’apprentissage
des caractéristiques peut être divisé en deux sous catégories : un apprentissage non
supervisé des caractéristiques et un apprentissage supervisé. Nous utiliserons res-
pectivement les deux types d’apprentissages dans la section 7.4 et dans la section
7.5.

L’apprentissage non supervisé des caractéristiques ne requiert pas un étique-
tage préalable des données d’entraînement. Nous pouvons apprendre et extraire des
caractéristiques d’une image en utilisant k-means [Coates 2011], l’analyse en compo-
santes principales (PCA) [Dorko 2003], les auto-encodeurs [Chen 2015, Wei 2015],
les machines de Boltzman [Sahu 2015], etc. En revanche, l’apprentissage supervisé
des caractéristiques requiert l’utilisation de la vérité terrain où nous disposons d’un
étiquetage rigoureux des données.

À travers notre étude empirique de différentes architectures profondes, présen-
tées tout au long de cette partie, nous voulons étudier l’hypothèse qui stipule qu’une
architecture profonde est capable de se construire une représentation des données à
partir d’une quantité limitée d’exemples. Et qui de plus n’a pas subi de prétraite-
ment.

En travaillant avec les architectures profondes, les problèmes auxquels nous nous
confrontons sont : la perte du signal d’origine au cours des convolutions successives
avec une mauvaise optimisation des algorithmes, la qualité des données disponibles,
et le non-contrôle de ce qui peut être appris. Par exemple, l’algorithme peut se faire
une représentation des données à travers les variations des contrastes dans l’image
ou la largeur des traits dans le texte, etc.

Dans un autre registre, le défi avec les architectures profondes comme d’autres
algorithmes d’apprentissage automatique est la réduction du coût relatif aux erreurs
commises lors de l’apprentissage (e.g. une instance mal classifiée). En particulier, ceci
revient à optimiser une fonction objectif non convexe dans un espace de paramètres
à plusieurs solutions. La différence entre une fonction convexe et non convexe est
illustrée en une dimension dans la figure 7.5 (a) et 7.5 (b) respectivement. Dans la
première, toute ligne reliant deux points sur (a) sera toujours au-dessus du minimum
global ou de la solution optimale, tandis que pour la deuxième, toute ligne reliant
deux points sur (b) peut être en dessous du minimum local.

Tandis que la recherche du minimum global d’une fonction convexe est un pro-
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(a) (b)

Figure 7.5 – (a) Illustration d’une fonction convexe avec une seule solution re-
présentée par un minimum global. (b) Illustration d’une fonction non convexe avec
plusieurs solutions, dont un minimum global.

blème résolu théoriquement, la recherche d’un minimum global d’une fonction non
convexe est sujette à l’application d’une heuristique qui parcourt l’espace sans être
sûre de trouver la solution optimale. Car, elle peut être prise au piège dans un
minimum local et ne plus jamais en sortir. L’approche d’un tel problème consiste
à explorer, empiriquement, l’espace des solutions en entreprenant plusieurs expéri-
mentations, expliquées au travers des trois sections centrales de ce chapitre.

7.2 Méthode de travail

Les réseaux de neurones artificiels (ANN pour Artificial Neural Network) ont vu
leur popularité augmenter au cours des dernières années. Tandis que l’implémenta-
tion des ANN a connu un succès modéré à leurs débuts dans les années 80, l’avancée
technologique et l’arrivée des processeurs sur les cartes graphiques ont redonné à ses
techniques une place importante. Sur certaines tâches telles que la reconnaissance
d’objets, les ANN ont gagné une position difficile à détrôner par les autres algo-
rithmes d’apprentissage telles que les séparateurs à vastes marges (SVM) ou encore
les forêts aléatoires. Comme le montre l’étude de [Schmidhuber 2015], les ANN ont
subi de nombreuses modifications et évolution au fils des années afin qu’ils soient
adaptés à certaines tâches plus qu’à d’autres.

Nous distinguons deux grands groupes de ANN, les réseaux de neurones à convo-
lutions (CNN pour Convolutional Neural Network) qui ont fait leurs preuves essen-
tiellement en vision et en reconnaissance d’objet. Et les réseaux de neurones récur-
rents (RNN pour Reccurent Neural Network), qui sont utilisés pour apprendre une
séquence de données par exemple la suite de caractères dans un texte numérique.
Les CNN appliquent un filtre (décrit par une fonction) sur les données pour faire
émerger des caractéristiques utiles à la classification. Les RNN donnent en sortie
une combinaison des transformations linéaire appliquée sur les données en entrée,
l’apprentissage de la séquence se fait par l’intégration d’un cycle dans la structure
du réseau.

Nous nous intéressons dans cette partie à l’extraction des caractéristiques par
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l’application d’un filtre appris. Nous utiliserons pour cela deux types de CNN, le
premier appelé auto-encodeur entreprend un apprentissage non supervisé du filtre.
Le deuxième est un CNN classique, il entreprend un apprentissage supervisé du filtre.
Les auto-encodeurs sont des réseaux de neurones qui sont entraînés pour fournir une
représentation alternative des données x qu’ils reçoivent en entrée, ceci est effectué
par l’application d’une suite de convolutions, ensuite une suite de dé-convolutions.

Nous nous référons à la structure de dispositions des couches de convolutions et
les couches de classifications comme une architecture. Nous appellerons architecture
profonde, une architecture avec plusieurs couches de convolutions ou couches d’auto-
encodeurs. L’apport méthodologique dans cette partie consiste en l’exploration em-
pirique des architectures que nous avons introduites pour la tâche de l’identification
des scripts dans les manuscrits anciens. Dans ce qui suit, nous commencerons par un
rappel sur les ANN et introduirons par la suite les outils méthodologiques utilisés
dans cette partie.

7.2.1 Rappels sur les réseaux de neurones artificiels

2 couches caches

Couche d’entre

Couche de sortie

Figure 7.6 – Exemple d’un réseau de neurones artificiel avec une couche d’entrée,
deux couches cachées et une couche de sortie. Nous avons illustré des liens bi di-
rectionnels entre les noeuds pour illustrer le sens de la convolution et le sens de
l’algorithme de rétropropagation.

Le réseau de neurones artificiels (ANN), ou perceptron multicouche (ANN), peut
être défini comme un ensemble d’unités de traitement simples (neurones) qui sont
reliées entre elles par des connexions pondérées. Dans la figure 7.6, le réseau de
neurones artificiels est constitué :

— d’une couche d’entrée de dimension d = 3. La valeur d dépend du vecteur
d’observation reçu par la couche d’entrée.

— Ensuite de deux couches composées d’unités cachées qui appliquent une fonc-
tion non linéaire sur les transformations linéaires qu’elles reçoivent de la
couche d’entrée.

— Et enfin, la couche de sortie, de dimension m.
Dans la figure 7.6, m = 2. Dans ce cas, ce réseau, cité en exemple, est utilisé

pour une tâche de classification binaire. Pour d’autres valeurs de m, le réseau sera
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utilisé pour une classification multi classes. Dans la couche de sortie, le neurone avec
la valeur la plus élevée donnera la classe.

Afin de simplifier l’explication, prenons le cas d’un réseau de neurones à une
seule couche cachée comportant dh unités cachées 5. La sortie du réseau est obtenue
par le calcul de la fonction f : Rd → Rm, où d est la taille du vecteur d’entrée x, et
m la taille du vecteur de sortie f(x), telle que :

f(x) = g(b2 +W2(h(b1 +W1x))) (7.1)

b1 ∈ Rdh et b2 ∈ Rm sont les vecteurs de biais.W1 ∈ Rdh×d représente la matrice
des poids connectant le vecteur d’entrée à la couche cachée, W2 ∈ Rm×dh est la
matrice des poids connectant la couche cachée au vecteur de sortie. La fonction 7.1,
calcul la sortie du neurone artificiel vers l’environnement extérieur par l’application
de la fonction d’activation h sur la matrice des poids en entréeW1 et l’application de
la fonction d’activation g sur la sortie de h qui est passée aux neurones de la couche
cachée. L’interprétation de la sortie de cette fonction 7.1 dépend du problème de
classification considéré. Par exemple dans le cas binaire 1 signifierait que l’entré
appartient à une classe A et 0 signifierait que l’entrée appartienne à la classe B.
Les fonctions d’activation g et h sont définies comme suit : typiquement pour h l’on
choisit la fonction sigmoïde ou la fonction tangente hyperbolique :

sigmoide(a) =
1

1 + e−a
: [−∞,+∞]→ [0, 1] (7.2)

tanh(a) =
ea − e−a
ea + e−a

: [−∞,+∞]→ [−1, 1] (7.3)

(a) (b)

Figure 7.7 – Illustration des réponses non linéaires des fonctions d’activations soft-
sign (a) et than(b)

Pour la discrimination des scripts avec des réseaux de neurones, nous utiliserons
la fonction tanh dans nos travaux, car elle permet un apprentissage plus rapide en
raison de sa saturation en 1. Dans le cas de l’apprentissage des caractéristiques,
comme nous le verrons plus tard, nous utiliserons la fonction softsign. Comme nous
pouvons observer dans la figure 7.7, la dérivée de la fonction softsign illustrée en (a)

5. dh dimension des couches cachées, h est utilisée pour hidden : cachée
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converge polynomialement vers 0, ce qui est plus intéressant pour la phase d’appren-
tissage qu’une dérivée de fonction qui converge de façon exponentielle et sature en 1
rapidement comme la fonction tanh illustrée en (b). La première raison de ce choix
revient à la nature de nos données qui sont bruitées et en quantité limitée qui nous a
poussés à penser qu’un apprentissage des caractéristiques qui ne converge pas rapide-
ment pourrait apporter plus d’informations. La seconde raison de ce choix porte sur
la rapidité de cette fonction d’activation lors de l’apprentissage des caractéristiques.
La fonction softsign est définie comme suit :

softsign(x) =
x

|x|+ 1
: [−∞,+∞]→ [−1, 1] (7.4)

On peut réécrire le vecteur de sortie f(x) dans la fonction 3.12 comme suit :

f(x) = g(c+ V (h(x))) (7.5)

Dans le cas d’une classification multi classes, le choix de g se porte le plus souvent
sur la fonction softmax décrite comme suit :

softmax(a)i =
eai∑
j e

aj
(7.6)

Algorithme 13 Apprentissage des paramètres d’un réseau de neurones artificiels
avec la descente de gradient
1: Initialiser aléatoirement les poids du réseau
2: tant que condition d’arrêt n’est pas atteinte faire
3: pour tout exemple dans l’ensemble d’entraînement faire
4: Calculer le gradient de la fonction de perte L
5: Appliquer la technique de rétropropagation du gradient
6: Mettre à jour les poids W du réseau

Pour entraîner un réseau ANN, nous devons apprendre tous les paramètres θ =

{W,V, b, c}. Pour cela, nous avons utilisé dans nos travaux l’algorithme de descente
de gradient (voir pseudo-code dans Algorithme 13). L’algorithme est divisé en deux
étapes : une propagation en avant pour calculer le vecteur de sortie f(x) et une
propagation en arrière où la dérivée partielle de la fonction de perte est calculée par
rapport aux paramètres du réseau. Ceci est décrit dans la fonction suivante :

W ←W − η ∂L
∂W

(7.7)

Où η est un pas d’apprentissage, et ∂L
∂W le gradient de la perte L par rapport

aux paramètres W .
Un réseau ANNs ayant suffisamment d’unités cachées est en mesure d’apprendre

à représenter n’importe quelle fonction continue. Dans ce cas, il est considéré comme
un approximateur universel [Hornik 1989]. Cependant, le nombre de paramètres
à apprendre augmente de façon exponentielle avec le nombre de couches cachées
[Hastad 1991] ce qui nous empêche d’avoir un temps d’apprentissage "souhaitable"
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sur des architectures multicouches [Bengio 2007c]. De nos jours, grâce aux nou-
velles architectures, fonctions d’activations et méthodes d’entraînement combinées
à l’augmentation de la puissance des ordinateurs, l’utilisation des architectures dites
profondes est rendue possible. Nous nous concentrerons dans cette partie sur l’utili-
sation des réseaux de neurones à convolution pour l’extraction des caractéristiques
apprises.

7.2.2 Les réseaux de neurones à convolutions (CNN)

Les réseaux de neurones à convolution (CNN pour Convolutional Neural Net-
works) sont inspirés des travaux de Hubel sur le cortex visuel des mammifères
et l’arrangement des cellules responsables de l’interprétation du champ visuel
[Hubel 1968]. On distingue essentiellement deux types de cellules. Les cellules dites
simples, ils détectent les caractéristiques liées à la forme et les cellules dites com-
plexes qui sont sensibles à la forme entière.

Les CNNs ont été popularisées avec les travaux de [Lecun 1998a] et son implé-
mentation appelée LeNet5 (5 pour les 5 régions de l’aire visuelle), pour la recon-
naissance de caractères. Cependant, les CNNs trouvent leur origine dans les travaux
de [Fukushima 1980] sur la simulation du fonctionnement des cellules dans cortex
visuel des mammifères.

Couche m+ 1

Couche m

Couche m− 1

Caractristiques

Figure 7.8 – Caractéristiques/Poids partagées

Dans les CNNs, chaque neurone est connecté à un sous-ensemble de la couche
précédente. Dans la figure 7.8, la couche m− 1 comporte 5 neurones, les trois neu-
rones de la couche m sont connectés à trois neurones voisins de la couche m− 1. On
peut considérer chaque neurone comme une unité de détection d’une caractéristique
locale. La carte des caractéristiques (features map) 6 est construite par convolution
c’est-à-dire par application d’un filtre linéaire dont le principe consiste à utiliser
une fenêtre glissante pour parcourir les données. Comme c’est décrit dans l’équation
7.2.2.1, chaque connexion entre les neurones est pondérée par une matrice des poids
W et un vecteur de biais b qui contrôle le potentiel d’activation des neurones. La
sortie est obtenue par l’application d’une transformation non linéaire g. Le passage

6. Ensemble de neurones qui sont considérés comme des unités de détection des caractéristiques
locales.
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d’une couche à une autre a pour effet de réduire le signal global en des caractéris-
tiques locales.

hkij = g((W k ∗ x)ij + bk) (7.8)

L’architecture du réseau construit avec des convolutions impose le partage des
poids pour toute carte k de caractéristiques. Car, les neurones calcul la même fonc-
tion avec des entrées différentes provenant de différentes parties du système, dont
il faut qu’ils aient le même poids. Ce principe de partage de poids réduit considé-
rablement la complexité du modèle et facilite également la généralisation, puisque
l’apprentissage se fait avec les mêmes paramètres pour extraire les mêmes caracté-
ristiques des différentes parties du signal global.

7.2.2.1 Couche de Max-Pooling ou max-agrégation

Enfin, un autre concept important des CNNs est le sous-échantillonnage appliqué
sur la fenêtre glissante de la convolution. Appelé max-pooling ou max-agrégation,
il a pour effet de ne prendre que la valeur maximale de la sortie de la fonction
d’activation g appliquée sur différentes régions, qui ne se chevauchent pas, du signal
global. De la même manière que l’équation , un vecteur de biais est rajouté aux
résultats en sortie. Le max-pooling permet de réduire la sensibilité aux translations
de la fenêtre et aux faibles rotations. Il de ce fait permet d’éviter aussi des calculs
superflus.

7.2.3 Les auto-encodeurs (AE)

Les auto-encodeurs [Ranzato 2007, Bengio 2007a] sont des réseaux de neurones
qui sont entraînés pour fournir une représentation alternative des données x qu’ils
reçoivent en entrée. Un auto-encodeur qui aura appris la bonne représentation des
données x est capable d’encoder puis de décoder de manière à retrouver approxi-
mativement les mêmes données x en entrée. L’intérêt d’utiliser les auto-encodeurs
n’est pas dans le fait de retrouver x, mais dans la transformation qu’aura appris
l’auto-encodeur pour arriver à ce résultat. C’est cette représentation apprise que
nous avons fournie comme un pré entraînement au réseau, afin de remplacer l’initia-
lisation aléatoire des connexions neuronales ou d’extraire de bonnes caractéristiques
apprises.

Dans la figure 7.9, nous avons illustré un exemple d’auto-encodeur avec une seule
couche. Le vecteur des caractéristiques apprises, à droite de la figure, est issu de la
représentation que l’auto-encodeur a construite avec l’exécution d’une descente de
gradient (voir l’algorithme 13) et ensuite l’exécution de l’algorithme de rétropropa-
gation pour ajuster l’initialisation des connexions neuronales.

Le principe de fonctionnement de l’auto-encodeur consiste en l’application de
deux tâches : l’encodage et le décodage. L’encodage est une transformation détermi-
niste, que l’on note z, du vecteur en entrée, x ∈ [0, 1]d. Notons que dans nos travaux,
nous utiliserons un vecteur d’entrée x ∈ [−1, 1]d.
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x x̂

W V

Encodage Decodage

Caracteristiques
apprises

Figure 7.9 – Un auto-encodeur avec une seule couche cachée

z = fenc(Wx+ b) (7.9)

Où W est une matrice ∈ Rdh×d et b ∈ Rdh est un vecteur de biais. Le décodage
est la reconstruction de la transformation h, que l’on note r.

x̂ = fdec(V z + c) (7.10)

Où V est la transposée de W , s’il s’agit de matrices liées, et c un biais de dimen-
sion d. Comme pour un réseau de neurones, les paramètres sont θ = {W,V, b, c} et
les poids sont V = W T s’il s’agit de matrices liées. Ces paramètres sont optimisés
avec la méthode de descente de gradient qui a pour but de trouver un optimum glo-
bal. Pour une entrée x binaire ou quasi binaire, il est préférable d’optimiser l’erreur
de reconstruction par le calcul d’une entropie croisée. L’entropie croisée mesure la
distance entre la sortie donnée par le réseau et la sortie attendue. L’entropie croisée
est définie dans l’équation 7.11, quant à l’équation de la perte résultante, elle est
définie dans l’équation 7.12.

L(x, x̂) = −
d∑

i=1

[xi log(x̂i) + (1− xi) log(1− x̂i)] (7.11)

L(x, x̂) =
d∑

i=1

[(xi − x̂i)2] (7.12)

7.2.4 Les auto-encodeurs convolutif empilés (SCAE)

Les auto-encodeurs peuvent être empilés, où la sortie d’un auto-encodeur est
utilisée comme entrée pour l’auto-encodeur suivant. Cette utilisation séquentielle
augmente le taux de compression des données en entrées et réduit le nombre de
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caractéristiques dans la couche l + 1 par rapport à la couche l. Cette structure
peut être associée à un réseau de neurones à convolution pour avoir un vecteur de
caractéristiques en plusieurs dimensions, ceci en appliquant le même auto-encodeur
sur plusieurs grilles de pixels.

Dans cette thèse, et pour apprendre les caractéristiques, nous utiliserons un
empilement d’auto-encodeurs avec l’application d’une convolution à chaque couche
pour la transformation du signal de l’image d’origine. Les auto-encodeurs convolutifs
empilés ou SCAE (Stacked convolutional autoencoders) sont un réseau de neurones
avec plusieurs couches d’auto-encodeurs. Cet empilement d’auto-encodeurs forme
une architecture profonde où le résultat de la couche ln est repris par la couche ln+1.

L’apprentissage non supervisé se fait sur cette structure en appliquant un al-
gorithme glouton, une heuristique qui va chercher le minimum local pour chaque
couche [Bengio 2007b]. Les poids du réseau sont affinés en utilisant la méthode de
descente de gradient, le but est d’arriver à un minimum global pour minimiser le
risque empirique. Le vecteur de caractéristique produit par la couche finale peut être
donné en entrée à un modèle de classification analogue à un réseau de neurones à
convolution afin d’initialiser ses poids.

En ce qui concerne la fonction d’activation des auto-encodeurs empilés, nous
avons choisi de travailler avec la fonction softsign. L’auto-encodeur avec lequel nous
avons travaillé encode une entrée x de dimension n en une sortie y de dimension m
comme suit :

yi = f


bei +

n∑

j=1

(
weij · xj

)

 (7.13)

Où bei est le biais et we les poids utilisés pour l’encodage.
Le décodage de la sortie y pour reconstruire l’entrée est exécuté d’une façon

similaire :

x̂j = f

(
bdj +

m∑

i=1

(
wdji · yi

))
(7.14)

Où x̂ est l’approximation du vecteur x encodé par y, bj est le biais, et wd sont
les poids utilisés pour le décodage. Pour calculer la fonction 7.14, l’auto-encodeur a
besoin d’apprendre un total de poids m × (n + 1) + n × (m + 1), durant la phase
d’entraînement. Pour optimiser le temps d’entraînement, il est plus judicieux d’utili-
ser des convolutions successives d’auto-encodeurs empilés avec des signaux de petite
taille que d’entraîner, en une seule fois, un auto-encodeur qui couvre une grande por-
tion de l’image ou un signal de grande taille. Car, rappelons que les auto-encodeurs
donnent une représentation alternative à l’ensemble du signal. Tandis que, les piles
d’auto-encodeurs fournissent des représentations alternatives de plusieurs ordres.
C’est-à-dire de l’ordre des traits, contours, etc. Jusqu’à arriver à l’ordre de l’objet
en entier.

Les convolutions sont créées comme suit : d’abord, un auto-encodeur cou-
vrant une surface de W1 × H1 pixels avec un nombre de sortie m1 est
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entraîné. Ensuite, nous le copions W2 × H2 fois, et rajoutons les copies
dans une grille avec un décalage de O1x × O1y pixels. La grille couvre
alors, ((O1x · (W2 − 1) +W1)× (O1y · (H2 − 1) +H1)) pixels. La sortie des auto-
encodeurs dans cette grille peut être considérée comme un tableau composé de
W2 × H2 × m1 valeurs. Ce tableau peut être par la suite donné en entrée à un
auto-encodeur dans un second niveau dans la convolution.

Notons qu’il faut faire attention à la dimension des convolutions pour pou-
voir empiler plusieurs niveaux d’auto-encodeurs. Enfin, tous les niveaux des auto-
encodeurs empilés avec une convolution sont entraînés avec l’algorithme de descente
de gradient (voir algorithme 13) et une rétropropagation sur les poids, le but étant
de minimiser (x̂− x)2.

Les poids des connexions neuronales ont été initialisés avec une distribution
uniforme telle que

W ∈]− 1√
nin

;
1√
nin

[ (7.15)

Où nin est le nombre de neurones en entrée. La valeur des neurones en sortie
est dans l’intervalle [−1, 1]. Le réseau avec lequel nous travaillons n’est pas Sparse,
ou en d’autres termes, il ne contient pas de zéros. À quantité égale d’informations
encodées, ce type de réseau possède une phase d’entraînement plus rapide que les
réseaux Sparse.

7.2.4.1 Les couches d’Extremum Pooler : concept additionnel

Nous appelons Extremum Pooler une opération de réduction sur un réseau dense
(i.e. non Sparse) par la sélection exclusive des neurones avec la valeur maximale.
Cette fonction est similaire au Maxpooling qui est exécutable sur un réseau Sparse.
La fonction d’Extremum Pooler est définie par

aj = max
n×n

(am×mi J(m,m)) (7.16)

où J(m,m) est une fenêtre glissante sur le patch en sortie d’une couche d’un SCAE
ou d’une convolution. J calcule la valeur maximale dans le voisinage défini par la
taille de la fenêtre glissante sur le patch d’une taille m×m pixels.

7.2.5 Architectures

Dans le contexte de ce travail, nous appelons une architecture une structure d’in-
terconnexion entre différentes couches de convolutions, de max-pooling, d’extremum-
pooling ou d’auto-encodeurs. Une architecture comprend dans son entrée une image
et en sa sortie un vecteur de caractéristiques ou un réseau de neurones pour la clas-
sification. Par exemple, la figure 7.15 est une suite d’auto-encodeurs empilés qui
transforme l’image en entrée en un vecteur de caractéristiques en appliquant dif-
férents filtres. Chaque filtre réduit la taille du signal d’origine et possède plusieurs
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sorties. Par exemple, l’application du premier filtre dans la figure 7.15 résulte en 8
images de taille 26× 26.

Au vu de la complexité de nos données, nous explorons dans ce travail plusieurs
architectures dans le but d’obtenir une bonne taille du filtre appris. Car, il faut qu’il
soit assez large pour capturer les variations des différents traits des scripts et assez
petit pour ne pas capturer trop de variations et perdre l’information essentielle à la
classification.

7.3 Construction d’un référentiel empirique obtenu

Nous introduisons dans cette section notre référentiel empirique. Ce référen-
tiel est élaboré avec trois algorithmes qui sont entraînés avec des caractéristiques
extraites avec l’histogramme de gradients orientés (HOG en anglais, Histogram of
Oriented Gradients). Ce référentiel a pour but de comparer les solutions à base
d’architectures profondes que nous proposons.

7.3.1 Histogramme de gradients orientés

Figure 7.10 – Détection des piétons avec des histogrammes de gradients orientés

Dans le référentiel empirique, les algorithmes de classification sont entraînés
avec des caractéristiques extraites avec un filtre fait main, en anglais handcrafted
features. Nous avons choisi d’utiliser l’histogramme de gradients orientés (HOG) qui
a été proposé par [Dalal 2005] pour détecter les piétons dans une image par exemple
dans la figure 7.10. Les caractéristiques de type HOG ont également été utilisées
par [Minetto 2013] avec succès pour la reconnaissance des textes dans les images
et par [Yilmaz 2011] pour la reconnaissance du tracé d’une signature. Étant donné
la nature complexe des images de manuscrits, notre choix s’est porté sur l’extrac-
tion des caractéristiques avec HOG. Car, il est plus résistant aux transformations
géométriques et photométriques dans les images.
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Figure 7.11 – Des histogrammes de gradients orientés divisés en 8 bins. Chacun
des trois histogrammes correspond à la partie supérieure, celle du milieu et la partie
inférieure de l’image du script arabe, donné ici en exemple. La flèche indique la
contribution d’une partie spécifique du tracé à l’histogramme [Saidani 2015]

HOG caractérise une image par une distribution de gradients. Chaque gradient
représente un changement de direction dans l’intensité du pixel ou la couleur dans
une image. Les caractéristiques HOG sont représentées par un histogramme qui
compte l’orientation du gradient des pixels d’une image donnée. Le principe est le
suivant : d’abord les orientations du gradient de chaque pixel sont calculées, puis un
histogramme des orientations est calculé sur une petite portion de l’image. Enfin,
tous les histogrammes de toutes les portions sont rassemblés dans un vecteur. Ce
vecteur est ce que l’on appelle vecteur de caractéristiques et il sera donné en entrée
aux algorithmes de classification du référentiel empirique. Ce principe est décrit en
détail dans ce qui suit.

7.3.1.1 Extraction des caractéristiques

En pratique, le vecteur des caractéristiques HOG est extrait comme suit :
d’abord, l’image est divisée en des petites portions (e.g. 6 × 6 pixels), où l’on ap-
plique les filtres Dx = [−1, 0, 1] et Dy = [−1, 0, 1]T , respectivement sur l’axe x et y
de l’image I. Cette opération de convolution, comme ça a été montré précédemment
dans la figure 7.3, nous permet d’obtenir les dérivées δx = I ×Dx et δy = I ×Dy,
comme ça été également montré dans la figure 7.4 où δx correspond à la figure (a)
7.4 et δy correspond à la figure (b) 7.4.

Puis, la magnitude et l’orientation du gradient sont calculées avec les équations
7.17 et 7.18.

Magnitudex,y =
√

(δyx,y)2 + (δxx,y)2 (7.17)

Anglex,y = atan(δyx,y, δxx,y) (7.18)

Ensuite, un histogramme des orientations est calculé pour chaque portion en
utilisant l’équation suivante :

Hi =
∑

x,y∈I,Anglex,y∈bini
Magnitudex,y, i = 1, . . . , n (7.19)
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Figure 7.12 – Calcul de l’histogramme des gradients orientés sur une image d’une
page d’un manuscrit écrit en latin.

Suivant les gradients calculés, les histogrammes sont uniformes de 0 à 180◦ (cas non
signé) ou de 0 à 360◦ (cas signé). Dans nos expérimentations, l’intervalle [0, 2π] (i.e.
0 à 360◦) est divisé en ce que l’on appelle des bins, comme c’est montré dans la figure
7.11. Chaque bin couvre une orientation de π

4 . Ce qui nous donne un n = 8 bins. Ce
choix est expliqué par les expérimentations précédentes menées par [Saidani 2015]
sur la reconnaissance du tapé et du tracé des mots dans une image.

Chaque pixel de la portion vote pour un bin de l’histogramme, en fonction de
l’orientation du gradient au point (x,y). Le vote du pixel est pondéré par l’intensité
du gradient en ce point.

Enfin, les gradients de tous les blocs sont normalisés dans un histogramme et
régularisés avec la norme L2 décrite par l’équation 7.20, où les histogrammes de
chaque bloc sont désigné par v.

f =
v√

||v||22 + ε2
(7.20)

Une fois normalisées, les valeurs de l’histogramme sont collectées dans un vec-
teur de caractéristiques et sont par la suite données en entrée aux algorithmes de
classification présentée dans la sous-section suivante. La figure 7.12 illustre la sortie
obtenue avec HOG après son application sur une page d’un manuscrit latin.

7.3.2 Classification

Pour construire notre référentiel de comparaison des différentes stratégies d’ana-
lyse des scripts, nous avons donné, en entrée, à trois différents algorithmes de clas-
sification les caractéristiques extraites avec HOG. Nous avons choisi le perceptron
multicouche appelée aussi réseaux de neurones artificiels, les séparateurs à vaste
marge et les forêts aléatoires.
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7.3.2.1 Réseaux de neurones artificiels

Les réseaux de neurones artificiels sont constitués de plusieurs unités logiques
appelées neurones, qui répondent que par 0 ou 1. Les neurones sont disposés dans
trois différentes couches : la couche d’entrée, la couche cachée et la couche de sortie.
La couche de sortie permet de diviser l’espace d’entrée de façon linéaire, les ou la
couche cachée permet applique une division non linéaire sur l’espace. Pour plus de
détails, veuillez vous référer à la section de rappel 7.2.1. Nos expérimentations ont été
menées avec un nombre de couches cachées égales à #attributs+#classes

2 . Par exemple
si nous avons six attributs et les quatre classes correspondantes aux différents scripts
alors le nombre de couches est égal à 5.

7.3.2.2 Forêts aléatoires

Les forêts aléatoires (RF pour Random Forest en anglais) introduites par
[Breiman 2001] sont un ensemble d’arbres de décisions entraînés aléatoirement.
Chaque arbre produit une prédiction et l’ensemble des prédictions est ensuite agrégé
avec différentes techniques [Breiman 2001], afin de produire un résultat de prédiction
final. Pour plus de détails, veuillez vous référer à la section 5.2.

7.3.2.3 Séparateurs à vaste marge

Les séparateurs à vastes marges (SVM) ont été introduits par [Vapnik 1998].
La méthode consiste à chercher un hyperplan qui sépare deux classes de données de
manière à maximiser la marge entre les exemples les plus proches des deux différentes
classes. On se réfère à ses exemples comme des vecteurs de support. Pour plus de
détails, veuillez vous référer à la section de l’annexe A.2.3.

7.3.3 Résultats

Afin de juger la fiabilité des trois algorithmes de classification (i.e. ANN, RF,
SVM) entraînée avec les caractéristiques HOG, nous avons utilisé la validation croi-
sée sur une base de 2523 images de pages de manuscrits. Nous avons fixé le nombre de
portions (folds) à 10 pour chaque itération, c’est-à-dire que l’évaluation de l’erreur
est calculée sur 10 sous-échantillons tirés de la base des images.

Les résultats sont rapportés dans la table 7.2 où nous pouvons constater que les
réseaux de neurones artificiels ont obtenu le meilleur résultat avec un taux de justesse
égal à 89.07% suivi des forêts aléatoires avec un taux de justesse égale à 86.15%.
Cependant, selon la matrice de confusion illustrée dans la figure (b) 7.13, nous
constatons que les forêts aléatoires n’arrivent pas à généraliser leur apprentissage
pour discriminer le script syriaque.

L’algorithme SVM paraît plus résistant à la quantité de données fournies lors
de l’apprentissage et arrive à reconnaître les quatre scripts malgré une performance
moindre par rapport aux deux autres. Notons que la quantité de données pour ce
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HOG Precision moy. Rappel moy. F1 moy. Justesse RMSE
ANN Ethiopien 0.86 0.88 0.87 89.07% 0.12

Syriaque 0.78 0.73 0.75
Grec 0.87 0.90 0.88
Latin 0.95 0.92 0.93

RF Ethiopien 0.85 0.83 0.84 86.15% 0.15
Syriaque 0.96 0.19 0.32
Grec 0.80 0.96 0.87
Latin 0.94 0.94 0.94

SVM Ethiopien 0.79 0.79 0.79 83.70% 0.18
Syriaque 0.72 0.64 0.67
Grec 0.81 0.87 0.84
Latin 0.92 0.88 0.90

Table 7.2 – Les résultats des algorithmes de discrimination entraînée avec les ca-
ractéristiques issues de l’histogramme de gradients orientés. Nous avons mené un
ensemble de 10 tests sur les données jamais vues auparavant par les algorithmes de
discrimination. ANN est l’abréviation pour le réseau de neurones artificiels, RF est
l’abréviation des forêts aléatoires, et SVM est l’algorithme de machine à vecteurs de
support.

(a) (b) (c)

Figure 7.13 – Matrice de confusion des algorithmes de classification avec les carac-
téristiques extraites avec l’histogramme de gradient orienté. La figure (a) illustre les
résultats de discrimination du ANN. La figure (b) illustre les résultats de discrimi-
nation des forêts aléatoires. Enfin, la figure (c) illustre les résultats de discrimination
exécutés par SVM. Les meilleurs résultats sont mis en gras.

script est réduite par rapport aux trois autres, ce qui explique notamment la faible
performance des trois algorithmes pour la reconnaissance du Syriaque en particulier.

7.4 Contribution pour l’apprentissage non supervisé de
scripts avec les auto-encodeurs

Dans cette section, nous étudions l’apprentissage non supervisé des caractéris-
tiques pour la reconnaissance des scripts. L’intérêt pour l’apprentissage non super-
visé des caractéristiques a été porté par [Hinton 2006a, Bengio 2007b, Huang 2007,
Coates 2010, LeCun 2012]. Il est présenté comme une alternative logique des ca-
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ractéristiques extraites par des filtres choisis ou pré fabriqué par des experts (i.e.
handcrafted features), et comme une technique qui exploite la puissance des réseaux
de neurones à plusieurs couches, par rapport à l’apprentissage supervisé. Défendu
donc par Lecun, Bengio, Hinton et leurs étudiants, l’apprentissage non supervisé des
caractéristiques a été récemment introduit dans l’analyse des images des documents.

Nous citons par exemple le travail de [Sahu 2015] sur la reconnaissance des ca-
ractères à partir d’une image d’un document avec un ROI au niveau des mots. Les
auteurs ont utilisé un empilement de machines de Boltzman restrictives (RBM) pour
obtenir des représentations compactes des images contenant du texte. Les RBMs
sont des réseaux de neurones avec des unités stochastiques par comparaison aux
unités déterministes comme la sigmoïde ou le softsign (voir le rappel sur les réseaux
de neurones dans la sous-section 7.2.1). Les auteurs ont ensuite appliqué des algo-
rithmes classiques des reconnaissances de caractères (OCR) sur les caractéristiques
apprises par les RBMs et ont démontré de meilleures performances comparées aux
caractéristiques extraites manuellement.

Pour notre travail, nous utilisons un empilement d’auto-encodeurs, principe pré-
senté dans la sous-section 7.2.4. Un auto-encodeur, rappelons-le, est un réseau de
neurones qui apprend à travers des convolutions successives une représentation des
données en entrée. Cette représentation, si elle est bonne, doit permettre à l’auto-
encodeur de recréer avec une suite de déconvolution le signal d’entrée (voir sous-
section 7.2.3). Le principe est le même que les RBM sauf qu’un auto-encodeur utilise
des unités déterministes et dans ce cas en particulier des unités de type softsign (voir
le rappel de la sous-section 7.2.1).

L’extraction des caractéristiques avec un filtre appris par un empilement d’auto-
encodeurs et leur utilisation pour la classification reste encore mal explorée dans
l’état de l’art. Nous citons par exemple le travail de [Chen 2015] sur l’extraction et
la sélection des caractéristiques apprises pour la tâche de l’analyse de la mise en page
des manuscrits anciens. Les auteurs ont utilisé l’algorithme des séparateurs à vaste
marge (SVM) entraîné avec les caractéristiques apprises. Les auteurs de [Wei 2015]
ont utilisé la même architecture que [Chen 2015] et ont travaillé sur la sélection des
caractéristiques apprises par l’utilisation de l’algorithme de feed forward selection.

7.4.1 Apprentissage des caractéristiques

Dans ce qui suit, nous présentons trois différentes architectures 7 avec différentes
dispositions de SCAE. La première est un empilement classique d’auto-encodeurs
convolutifs (SCAE), la deuxième est un empilement de SCAE avec une dernière
couche d’Extremum pooler à la suite de la dernière couche SCAE, et la troi-
sième est une architecture en Sandwich où chaque couche SCAE est suivie d’une
couche d’Extremum pooler. Nous utilisons l’espace de travail N-light-N proposé par
[Seuret 2016] 8, qui nous a permis d’implémenter les trois différentes architectures.
À la sortie de chaque architecture, les caractéristiques apprises sont récupérées dans

7. Tel que c’est défini dans la sous-section 7.2.5.
8. https ://github.com/seuretm/n-light-n
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un vecteur et utilisées pour entraîner les mêmes algorithmes proposés dans notre
référentiel.

Dans la première architecture, nous souhaitons expérimenter l’effet sur le taux
de justesse quand nous exécutons une rétropropagation sur les poids des SCAE.
Dans la deuxième et troisième architecture, nous souhaitons expérimenter deux dif-
férentes dispositions des couches d’Extremum pooler. Ces dispositions sont inspi-
rées des bonnes pratiques de l’état de l’art [Krizhevsky 2012, LeCun 2012]. Notons
également qu’une rétropropagation sur des couches de sous-échantillonnage comme
l’Extremum pooler est possible si nous pouvons garder une trace de tous les poids
avant l’exécution d’un Extremum pooler. Ceci est en cours de développement dans
l’espace de travail N-light-N.

Les images qui sont données en entrée aux différentes architectures sont d’une
taille égale à 256× 256× 1. Cette taille correspond à celle de la capture prise à un
endroit aléatoire de la page d’un manuscrit appartenant aux données d’entraînement,
le chiffre 1 correspond au canal gris, si les images été en RGB (i.e. Red, Green, Blue),
nous aurions mis 3. Cette taille nous a permis d’obtenir un traitement plus rapide
sur les processus CPU. Notons que nous avons également essayé des résolutions
supérieures e.g. 512× 512, ceci n’a pas donné de meilleurs résultats au moment de
la classification.

Figure 7.14 – Exemple des informations capturer par les filtres, dessinés en rouge,
obtenus avec la deuxième, filtre de taille 10× 10, et troisième architecture, filtre de
taille 28× 28.

7.4.1.1 Première architecture

La première architecture correspond à un empilement classique d’auto-
encodeurs. La première couche filtre l’image en entrée de 256 × 256 × 1 avec 8
masques de taille 3 × 3 × 1 et une foulée de 1 (stride en anglais), c’est-à-dire que
le masque est appliqué sans chevauchement de pixels. La couche suivante prend en
entrée la sortie de la première couche, qui est un filtre de taille 11×11×8 et le filtre
avec 16 masques d’une taille de 3 × 3 × 1. La troisième couche prend en entrée le
filtre de la couche précédente de taille 9× 9× 16 et y applique 36 masques de taille
5× 5× 1.



122 Chapitre 7. Identification des scripts dans les manuscrits anciens

Enfin, la dernière couche prend la sortie de la couche précédente, le filtre avec
36 masques et nous obtenons une représentation d’une taille de 36 neurones. Une
fois l’image recrée à partir de cette représentation, nous obtenons après calcul de
x̂ un filtre de taille 13 × 13. Dans cette première architecture, nous n’utilisons pas
de couche de sous-échantillonnage, c’est à dire de couche d’extremum pooler ou
max-pooling.

7.4.1.2 Deuxième architecture

La deuxième architecture est similaire à la première, à l’exception de la dernière
couche qui est remplacée par un extremum pooler qui nous donne un filtre de plus
petite taille, égale à 10× 10. Avec cette architecture, nous souhaitons étudier l’effet
de l’extremum-pooler, mis en dernière couche, sur les résultats de classification.

Les couches d’extremum pooling ne contribuent pas à l’apprentissage du réseau,
mais réduisent la taille du problème en obligeant le filtre de convolution à ne prendre
que la valeur maximale ou extrême d’un ensemble de neurones. Notons que nous ne
pouvons pas exécuter de rétropropagation sur ce type d’architecture. Car nous ne
pouvons calculer que la dérivée ∂fn(xn−1,Wn)

∂xn
de l’erreur de la sortie de la dernière

couche. Un calcul qui nécessite de dériver l’erreur totale obtenue par le réseau et
calculée par l’équation 7.21.

∂E

∂xn−1
=

∂E

∂xn
× ∂fn(xn−1,Wn)

∂xn
(7.21)

Où fn est la fonction de sortie calculée pour la couche n, xn−1 est le vecteur
donné en entrée par la couche n− 1 et Wn est la matrice des poids des connexions
entre les neurones de la couche n. Enfin, E est l’erreur totale calculée avec la fonction
de perte 7.11 à la sortie du réseau.

Ceci est une limite actuelle de notre implémentation framework N-light-N que
nous utilisons.

7.4.1.3 Troisième architecture

Figure 7.15 – Un auto-encodeur avec une seule couche cachée



7.4. Contribution pour l’apprentissage non supervisé de scripts avec les
auto-encodeurs 123

La troisième architecture correspond à un sandwich d’auto-encodeurs empilés
avec des couches d’extremum pooler, elle est illustrée dans la figure 7.15. Dans la
première couche, l’auto-encodeur apprend à partir d’un petit patch 3× 3 pixels. La
dimension du vecteur d’entrée x est la concaténation des valeurs du signal au niveau
de gris des pixels dans le voisinage du patch 3× 3× 1 = 9. La foulée est initialisée
à 1. Le nombre de neurones ou d’unités cachées est initialisé à 8.

Donc, la première couche de convolution dans l’architecture des auto-encodeurs
empilés filtre l’image en entrée de 256× 256× 1 avec 8 masques de taille 3× 3× 1,
avec une foulée (stride en anglais) de 1 pixel. On applique à la première couche
un extremum pooler, qui prend en entrée la sortie de la première couche et la filtre
avec 8 masques de taille 2 × 2 × 8. La deuxième couche de convolution prend en
entrée la couche sur laquelle nous avons appliqué l’extremum pooler et filtre la sortie
avec 8 masques. On y applique ensuite un extremum pooler. La troisième couche de
convolution a 36 filtres de taille 4× 4× 36.

Nous obtenons avec la dernière couche une représentation de l’image compressée
par 36 neurones. Nous appliquons, par la suite, le processus inverse pour reproduire
l’image en entrée. La taille de patch à la sortie du réseau après le calcul de x̂ est
égale à 28× 28.

(a) (b) (c)

Figure 7.16 – Exemples des caractéristiques apprises à partir des quatre scriptes
(a) première architecture (b) deuxième architecture (c) troisième architecture

Les filtres obtenus avec la dernière couche des trois différentes architectures de
SCAE sont illustrés dans la figure 7.16. Nous constatons dans la figure (a) 7.16, que
le réseau a été capable d’apprendre des traits courbés qui ne sont pas clairement
identifiables comme étant des lettres. La deuxième et la troisième architecture, illus-
trées respectivement dans la figure (b) 7.16 et (c) 7.16, nous donnent des filtres où
nous pouvons distinguer des structures en gouttes, rondes ou plus allongées pour
prendre une forme plus ovale. Après une inspection des filtres, nous pouvons passer
à la phase d’extraction des caractéristiques.

Pour extraire le vecteur de caractéristiques apprises par l’architecture, que nous
avons décrites ci-dessus, nous appliquons aléatoirement 100 fois, pour tous les scripts,
et sur chaque page, de chaque manuscrit le patch de taille 28 × 28. Dans nos ex-
périmentations, pour la phase d’entraînement, ainsi que la phase de test, les pixels
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Auto-encodeurs Precision moy. Rappel moy. F1 moy. Justesse
empilés

RF Ethiopien 0.59 0.54 0.56 55.57%
Syriaque 0.52 0.11 0.19
Grec 0.49 0.51 0.50
Latin 0.58 0.71 0.64

SVM Ethiopien 0.70 0.36 0.48 48.91%
Syriaque 0.57 0.02 0.04
Grec 0.41 0.41 0.41
Latin 0.48 0.75 0.59

ANN Ethiopien 0.24 0.84 0.37 25.83%
Syriaque 0.13 0.00 0.01
Grec 0.17 0.33 0.19
Latin 0.00 0.00 0.00

Table 7.3 – Les résultats des algorithmes de discrimination de scripts entraînée avec
les caractéristiques extraites avec l’auto-encodeur convolutif empilé. Les meilleurs
résultats sont mis en gras.

dans la bordure de chaque page ne sont pas pris en compte ; seuls les pixels centrés
dans un environ de 256 × 256 sont considérés. La figure 7.9 illustre comment nous
appliquons le patch, dessiné en rouge, sur la page manuscrite. La même opération
est valable pour la première et deuxième couche.

7.4.2 Classification

Afin de discriminer les quatre scripts que nous étudions dans ce chapitre, nous
avons exploité les caractéristiques apprises par les trois architectures de SCAE pour
entraîner les trois algorithmes de notre référentiel empirique à savoir un réseau
de neurones artificiels (ANN) à #attributs+#classes

2 couches, l’algorithme des forêts
aléatoires (RF) et l’algorithme des séparateurs à vaste marge (SVM).

7.4.2.1 Résultats

Dans cette partie, nous présentons les résultats d’identifications des scripts :
Éthiopien, Syriaque, Grecque et Latin. La présentation des résultats est divisée en
deux parties. La première correspond à la discrimination des scripts suite à l’ex-
traction des caractéristiques apprises par les trois architectures SCAE. La deuxième
correspond au préapprentissage des deux architectures à convolution présentées pré-
cédemment.

7.4.2.2 Première architecture

Dans la table 7.3, nous rapportons les résultats de la première architecture de
SCAE qui ne comporte pas de couches d’extremum pooler. Les performances des
trois algorithmes, c’est à dire, les forêts aléatoires (RF), les réseaux de neurones
artificiels (ANN) et l’algorithme des séparateurs de vastes marges (SVM), ont net-
tement baissé par rapport à notre référentiel empirique. La détérioration la plus
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(a) (b) (c)

Figure 7.17 – Matrice de confusion des algorithmes de classification avec les carac-
téristiques apprises extraites avec l’architecture 1 de SCAE. La figure (a) illustre les
résultats de discrimination du ANN. La figure (b) illustre les résultats de discrimina-
tion des forêts aléatoires. Enfin, la figure (b) illustre les résultats de discrimination
exécutés par SVM.

Auto-encodeurs Precision moy. Rappel moy. F1 moy. Justesse
empilés

RF Ethiopien 0.63 0.56 0.59 59.28%
Syriaque 0.61 0.16 0.25
Grec 0.54 0.58 0.56
Latin 0.61 0.73 0.66

ANN Ethiopien 0.71 0.42 0.53 52.77%
Syriaque 0.56 0.17 0.26
Grec 0.44 0.56 0.49
Latin 0.54 0.65 0.59

SVM Ethiopien 0.68 0.38 0.48 48.77%
Syriaque 0.80 0.00 0.00
Grec 0.38 0.42 0.40
Latin 0.40 0.50 0.73

Table 7.4 – Les résultats des algorithmes de discrimination de scripts entraînés avec
les caractéristiques extraites par l’auto-encodeur convolutif empilé. Les meilleurs
résultats sont mis en gras.

remarquable est celle du ANN qui est passé de 89.07% à 25.83%. Notons également
les faibles performances pour la discrimination du script syriaque, et ce pour tous
les algorithmes dans la table 7.3.

En observant les matrices de confusion illustrées dans la figure 7.17, nous pou-
vons constater que les performances de la détection du script syriaque sont faibles
comparées aux trois autres scripts. Étonnamment, ANN n’a pas pu détecter une
seule instance des pages en Latin donnée lors du test. Nous ne nous pouvons pas,
pour l’instant, donner une explication pour les résultats obtenus avec le ANN, sur-
tout en ce qui concerne la discrimination du script Latin, qui comme nous le verrons
dans la suite, est toujours bien détecté.
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(a) (b) (c)

Figure 7.18 – Matrices de confusions des algorithmes de classification avec les ca-
ractéristiques apprises extraites avec l’architecture 2 de SCAE. La figure (a) illustre
les résultats de discrimination du ANN. La figure (b) illustre les résultats de discrimi-
nation des forêts aléatoires. Enfin, la figure (b) illustre les résultats de discrimination
exécutés par SVM.

Auto-encodeurs Precision moy. Rappel moy. F1 moy. Justesse
empilés

RF Ethiopien 0.70 0.82 0.75 71.18%
Syriaque 0.69 0.24 0.36
Grec 0.68 0.67 0.67
Latin 0.74 0.78 0.76

ANN Ethiopien 0.76 0.66 0.71 64.46%
Syriaque 0.49 0.34 0.41
Grec 0.55 0.65 0.60
Latin 0.69 0.70 0.69

SVM Ethiopien 0.66 0.71 0.68 56.96%
Syriaque 0.13 0.00 0.00
Grec 0.50 0.43 0.46
Latin 0.55 0.74 0.63

Table 7.5 – Les résultats des algorithmes de discrimination de scripts entraînée avec
les caractéristiques extraites avec l’auto-encodeur convolutif empilé. Les meilleurs
résultats sont mis en gras.

7.4.2.3 Deuxième architecture

Dans la table 7.4, nous rapportons les résultats des trois algorithmes : RF,
ANN et SVM. Ces derniers sont entraînés avec les caractéristiques apprises par
la deuxième architecture SCAE que nous avons présentées dans la section 7.4.1.1.
Les performances globales des algorithmes se sont améliorées par rapport à l’ar-
chitecture précédente. Les forêts aléatoires ont pris les devants sur les réseaux de
neurones artificiels (ANN) avec une justesse de 59.28% en comparaison avec le ré-
férentiel construit avec les caractéristiques manuelles. Notons les performances très
faibles pour l’identification du script syriaque, qui rappelons-le, a le moins de don-
nées dans notre vérité terrain.

En analysant les matrices de confusion dans la figure 7.19, nous constatons que
les ANNs ont une meilleure capacité de généralisation pour l’Éthiopien, le Grecque
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et le Latin. Malgré un score de justesse plus élevé, les forêts aléatoires ont plus
de mal que les ANNs à identifier le script syriaque. L’algorithme SVM fournit les
performances les plus faibles, et n’arrive même pas à identifier une seule instance
du script syriaque.

(a) (b) (c)

Figure 7.19 – Matrice de confusion des algorithmes de classification avec les carac-
téristiques apprises extraites avec l’architecture 3 de SCAE. La figure (a) illustre les
résultats de discrimination du ANN. La figure (b) illustre les résultats de discrimina-
tion des forêts aléatoires. Enfin, la figure (b) illustre les résultats de discrimination
exécutés par SVM.

7.4.2.4 Troisième architecture

Dans la table 7.5, nous présentons les résultats de la discrimination des scripts
après extraction des caractéristiques apprises avec la troisième architecture de
SCAE. Contrairement au référentiel construit avec les caractéristiques manuelles,
les forêts aléatoires obtiennent de meilleurs résultats que les réseaux de neurones
artificiels, avec une justesse égale à 71.18%. Les résultats des trois algorithmes se
sont nettement améliorés par rapport aux deux premières architectures de SCAE,
mais n’ont pas atteint les performances des algorithmes entraînés avec les caracté-
ristiques HOG. Nous pouvons clairement observer à travers la figure 7.19, la pauvre
performance pour la discrimination du script syriaque, surtout pour le SVM qui,
comparé à ces résultats, possédait une bonne capacité de généralisation quand il a
été entraîné avec les caractéristiques manuelles de HOG.

Dans cette partie, nous avons présenté les résultats obtenus avec différentes stra-
tégies de classification. Le point commun entre ces stratégies ce sont les caracté-
ristiques apprises avec les trois différentes architectures de SCAE que nous avons
conçues dans la section 7.4.1. Après plusieurs exécutions, en optimisant les différents
paramètres des classifieurs (e.g. nombre d’arbres dans les forêts aléatoires ou nombre
de neurones dans les réseaux de neurones artificiels), nous avons constaté qu’il n’y
avait pas de changement significatif dans les résultats. Nous avons donc conclu que
les caractéristiques apprises étaient seules responsables des résultats obtenus et nous
avons décidé, après plusieurs optimisations des trois architectures, de visualiser et
par la suite analyser ces caractéristiques.
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7.4.3 Analyse des résultats

À partir d’un ensemble réduit de données sans un prétraitement préalable (e.g.
nettoyage du bruit dans l’image, binarisation, détection des mots, détection des com-
posantes connexes), nous espérions qu’un pré entraînement non supervisé, couche
après couche, nous permettrait d’extraire des caractéristiques de plus en plus abs-
traites et donc, par la suite, pertinentes pour une classification selon un critère
supervisé. Avec la série d’expériences que nous avons menées, nous voulions tes-
ter notre hypothèse qui stipule qu’un empilement d’auto-encodeurs nous permettra
d’obtenir ce genre de caractéristiques.

(a) (b)

(c) (d)

Figure 7.20 – Visualisation des caractéristiques apprises par l’auto-encodeur.
Chaque point correspond à une valeur dans le vecteur de caractéristiques apprises
après la phase d’encodage dans les différentes architectures. La couleur bleue cor-
respond au script Éthiopien, la couleur rouge au Syriaque, la couleur verte au Grec
et enfin le jaune au Latin.

Nous nous attendions, donc, à ce que les représentations apprises par les trois
architectures SCAE nous donnent de meilleurs résultats que ceux présentés dans
notre référentiel empirique construit avec l’extraction de caractéristiques manuelles.
Cependant, la meilleure performance obtenue est celle des forêts aléatoires (RF),
entraînées avec les caractéristiques extraites de la troisième architecture SCAE. Les
RF ont obtenu un taux de justesse égale à 71.18% (voir table 7.5) comparé au 89.07%

(voir table 7.2), obtenu avec un réseau de neurones artificiel ou ANN, entraînés avec
les caractéristiques manuelles HOG.

En observant les caractéristiques de la troisième architecture dans la figure 7.16
(b), nous pouvons distinguer des structures en gouttes laissant à présager que ces
représentations étaient utiles pour le RF. Malgré que les caractéristiques illustrées
dans la figure 7.16 (a), apprises par la première architecture semblent plus intéres-
santes. Car, nous pouvons distinguer des contours de lettres et des courbatures de
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traits, laissant à penser que nous pouvons avoir de meilleurs résultats de discrimi-
nation. Ceci n’a pas empêché d’avoir le plus mauvais taux de justesse avec 25.83%

obtenu avec un ANN entraîné sur ces caractéristiques.
Suite au mauvais résultat que nous avons obtenu avec la première architecture,

nous avons eu l’intuition suivante : comme nous travaillons au niveau des pixels d’une
page manuscrite, le risque que l’architecture SCAE apprenne une représentation
inintéressante est plus fort comparé à un SCAE entraîné au niveau d’un caractère
ou un mot ou une composante connexe. En effet, le patch de l’architecture SCAE a
plus de chance de tomber sur du blanc ou du bruit dans l’arrière-plan que sur des
lettres manuscrites.

Cette intuition revient, donc, à attaquer le problème à la phase de l’encodage
afin que le SCAE puisse apprendre une représentation des images des documents
données en entrée. C’est pour cette raison que nous avons décidé d’introduire, dans
la deuxième et troisième architecture SCAE, de la dispersion dans les valeurs des
neurones en ajoutant des couches qui orientent le gradient vers le neurone avec la
valeur maximale.

Les caractéristiques extraites avec les auto-encodeurs à convolution sont visua-
lisées dans la figure 7.20, les classes correspondant aux scripts Éthiopien, syriaque,
Grec et Latin sont colorées respectivement en bleu, rouge, vert et jaune. Nous pou-
vons clairement observer que dans les figures 7.20 (a), 7.20 (c) et 7.20 (d) les carac-
téristiques correspondant au script latin sont clairement prédominantes, les autres
scripts y sont juste interposés.

Nous observons dans la figure (c) 7.20 que les deux scripts Éthiopien et syriaque
se détachent un peu, mais sans pour autant constituer un nuage complètement
indépendant des scripts grec et latin. Ces derniers sont toujours interposés. Selon la
visualisation, nous pouvons conclure que le SCAE confond entre le latin et le grec,
le Syriaque et l’Éthopien. Ceci n’est pas vraiment étonnant vu la manière dont ils
sont écrits avec un large trait (voir figure 7.1). Il nous faut, donc, plus de données
pour que le CAE généralise son apprentissage et distingue des caractéristiques plus
fines et qu’il soit plus sensible à la variation.

Discussion

Les résultats de visualisation montrés dans la figure 7.20 viennent appuyer ceux
démontrés dans les tables 7.3, 7.4, 7.5. La capacité de généraliser l’apprentissage
d’une représentation à caractère non supervisé apprise à partir d’une quantité limitée
de données et qui sont, de plus, non traitées est mise en doute. Il est vrai que l’ajout
des couches d’extremum pooling a aidé à améliorer considérablement la justesse
des résultats en les faisant passer de 55.57% à 71.18% pour les forêts aléatoires.
Cependant, ceci n’égale pas les performances de notre référentiel empirique avec un
taux de justesse égale à 86.15% pour le même algorithme (i.e. forêt aléatoire).

Nous ne pouvons pas avoir une seule explication à ces résultats, vu l’espace
de paramètres que nous devons explorer. Par exemple, comme nous le savons, les
auto-encodeurs construisent une représentation compacte d’une image, cette repré-
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sentation doit permettre une reconstruction optimale de l’image d’origine, ce qui
revient à optimiser la dimension des caractéristiques utilisées lors de la reconstruc-
tion. Cependant, nous sommes encore incertains si la dimension optimisée lors de
l’apprentissage de l’auto-encodeur est optimale en entrée d’un algorithme de discri-
mination ou classification.

Aussi, dans la procédure d’entraînement, nous prenons en compte un nombre de
patchs aléatoires à partir de l’image. Ces patchs peuvent être tout blancs, ce qui
rend la généralisation de la sortie du masque au moment de la convolution encore
plus difficile. On est toujours aussi exposé au risque de perte du signal d’origine à
cause d’une mauvaise initialisation des poids au sein de la toute première couche
des architectures. Une possible solution à entreprendre consiste en l’utilisation du
finetuning.

L’ajustement fin ou finetuning en anglais est l’approximation de la meilleure
valeur possible des paramètres du réseau que nous avons déjà entraîné et est basé
sur le principe de l’apprentissage par transfert [Pan 2010]. Dans le cas des SCAE,
cette technique peut augmenter considérablement les performances du réseau où
nous traitons toutes les couches comme un seul modèle. Nous n’avons pas utilisé
l’ajustement fin dans nos expérimentations, car, et comme expliquée précédemment,
nous ne pouvons pas utiliser de rétropropagation sur les couches avec un gradient
orienté vers le neurone avec la valeur maximale. Ceci est pour l’instant une limitation
du framework N-light-N.

Notons que nous avons, aussi, essayé d’optimiser nos architectures en explorant
les auto-encodeurs débruitant [Vincent 2008] où il s’agit d’apprendre une représen-
tation utile à la corruption synthétique de l’entrée. L’auto-encodeur débruitant ne
diffère pas de l’auto-encodeur ordinaire, à part le fait que les données x en entrée
sont corrompues, dénotées x̃, et que les données en sortie sont aussi données pour
effectuer la reconstruction z = gθ′(fθ(x̃)) de la représentation cachée y = fθ(x̃). Mal-
heureusement, la nature de nos données ne nous permet pas d’appliquer ce genre de
technique qui a besoin de données nettoyées et normalisées.

Notons, aussi, que nous avons changé la résolution de l’image en entrée en passant
de 256×256 à 512×512, afin de vérifier si une augmentation dans le nombre de pixels
aurait un impact sur le taux de justesse obtenu. Nous n’avons pas eu de changement
sensible qui mériterait un intérêt particulier.

7.5 Contribution pour l’apprentissage supervisé de
scripts avec les architectures à convolution

Dans la section précédente, nous nous sommes intéressés à l’apprentissage non
supervisé des caractéristiques que nous avons utilisées par la suite pour entraîner
les trois algorithmes utilisés pour construire notre référentiel empirique. Nous avons
également analysé les résultats de discrimination obtenus avec le rajout de deux
couches connexes de neurones pré entraînés.

Dans cette section, nous explorons une architecture plus simple faite d’un petit
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nombre de couches convolutives qui sont normalisées par des couches de max pooling
et donc appliquées sur un réseau de type Sparse. Nous analysons d’abord le rôle de la
fonction d’initialisation des poids des connexions neuronales. Ensuite, l’optimisation
des différents paramètres de l’algorithme de descente de gradient. Nous voulons
jauger, à travers les expérimentations, l’effet de l’optimisation des paramètres sur la
justesse des résultats de la discrimination des quatre scripts étudiés.

La motivation d’entraîner des couches profondes vient des travaux de Y. Bengio,
qui stipule que si nous avons beaucoup de poids dans notre réseau, alors les mini-
mums locaux deviennent, à peu près, égaux aux minimums globaux. Autrement dit,
lorsque nous exécutons une descente de gradient, la probabilité de la direction de la
descente est proportionnelle au nombre de poids. Néanmoins, dans les travaux sur les
architectures profondes [Hinton 2006b, Bengio 2006, Erhan 2009, Larochelle 2009]
initiés après l’année 2005, les chercheurs ont supposé que c’était difficile d’entraîner
un réseau constitué de plusieurs couches avec l’algorithme de descente de gradient,
ceci à cause des mauvais résultats obtenus. C’est, entre autres, avec les travaux de
[Krizhevsky 2012] que les architectures profondes ont été remises dans la course.

Les auteurs de [Krizhevsky 2012] ont entraîné un large réseau à convolution avec
60 millions de paramètres et un jeu de données se composant de plus d’un million
d’images annotées avec 1000 classes. Les bons résultats obtenus ont prouvé que
c’était possible d’entraîner des architectures profondes à condition d’apporter une
attention particulière à l’optimisation des paramètres de la descente de gradient,
mais aussi à l’initialisation aléatoire des poids des connexions neuronales.

Notons, aussi, que les auteurs ont utilisé deux améliorations majeures pour les
architectures profondes : la transformation non linéaire appelée Rectified Linear Unit
(ReLU) [Nair 2010] pour améliorer la convergence de l’apprentissage lors de l’acti-
vation des neurones dans le réseau, et la technique du Dropout [Srivastava 2014]
pour réduire le sur apprentissage. Nous n’utiliserons pas de Dropout dans nos ex-
périmentations, mais la méthode de dégradation des pondérations appelée weight
decay. Cette méthode consiste à rajouter une pénalité à la fonction d’erreur. Une
étude comparative des deux méthodes de régulation de l’apprentissage (i.e. le Dro-
pout et le weight decay) a été présentée dans les travaux de [Shi 2016]. Notons que
nous remplacerons également, dans ce qui suit, la fonction d’activation softsign par
la fonction ReLU.

Dans le cadre les auteurs de [Bluche 2013] ont utilisé les réseaux de neurones
à convolution afin d’extraire les caractéristiques pour la reconnaissance des mots
écrits à la main. Dans leur article, les auteurs proposent une comparaison entre
les caractéristiques extraites manuellement et celles apprises de manière supervisée.
Pour la tâche de la classification, les auteurs ont combiné les réseaux de neurones
à convolution et les chaînes de Markov cachées. Leurs résultats prouvent que la
combinaison avec les architectures profondes permet d’obtenir de meilleurs résultats
que l’utilisation seule d’une chaîne de Markov cachée. Également, les auteurs de ce
travail [Du 2015] ont utilisé les réseaux de neurones à convolution pour apprendre de
manière supervisée les caractéristiques au niveau des caractères chinois. Ils ont par la
suite, donné en entrée les caractéristiques apprises à un algorithme de classification
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par prototypage des caractéristiques.
Nous utiliserons, dans cette partie, la plateforme Caffe pour la conception de nos

architectures profondes convolutives. Caffe est développé par l’équipe de [Jia 2014]
à Berkley et a connu, auprès de la communauté travaillant sur les architectures
profondes, un franc succès. Notons qu’il y a d’autres plateformes aussi efficaces
que Caffe, cet article [Bahrampour 2015] les compare au niveau de la vitesse, de la
consommation de ressources, etc. Notons aussi que Caffe offre la possibilité d’implé-
menter des réseaux Sparse c’est-à-dire que la valeur des neurones en sortie est dans
l’intervalle [0, 1].

7.5.1 Sur l’importance de l’initialisation des paramètres

L’implication majeure des travaux de [Krizhevsky 2012], à notre sens, est la
mise en évidence de l’importance de l’initialisation des paramètres (i.e. poids
des connexions neuronales, paramètres de la descente de gradient) au début de
chaque entraînement. Ceci a été souligné par les travaux de [Sutskever 2013b,
Sutskever 2013a] sur les réseaux de neurones récurrents. En effet, la méthode d’en-
traînement d’une structure neuronale, qu’elle soit profonde ou pas consiste en la
transformation de la problématique d’apprentissage supervisée en une probléma-
tique d’optimisation des paramètres θ = {W,V, b, c}.

L’optimisation est traduite par une approximation des valeurs qui minimisent la
fonction objectif ou de perte f(θ) (un exemple de f(θ) est illustré dans la figure 7.21).
L’approximation est exécutée par l’algorithme de descente de gradient et par une
rétropropagation sur les poids des connexions neuronales. Cependant, cette optimi-
sation qui est basée sur une initialisation aléatoire des paramètres en amont résulte
en de mauvaises performances de généralisation et même de mauvaises solutions au
niveau des données d’entraînement [Larochelle 2009, Erhan 2009, Hinton 2006a].

Ceci s’explique par le choix d’un mauvais bassin d’attraction dans l’espace des
paramètres du réseau de neurones, résultant en l’exploration de mauvais mini-
maux locaux, plateaux, mais aussi des points col (saddles point en anglais), comme
l’avaient démontré les auteurs de ce travail [Dauphin 2014]. Néanmoins, même avec
le choix du bon bassin d’attraction, nous ne pouvons pas être sûrs que le modèle
aura une bonne généralisation, comme c’était le cas avec notre première architecture
de SCAE étudiée dans la section 7.4.1.

Face à une mauvaise généralisation, l’on parle de sur apprentissage qui néces-
site l’usage de la régularisation pour le choix du modèle le plus simple. Nous nous
retrouvons dans la problématique de la sélection du modèle le plus simple ou de
l’hypothèse la plus courte (Définition A.9) qui aura le plus de capacité à généraliser
ses prédictions en vue de nouveaux exemples.

Avec les travaux de [Hinton 2006a], une nouvelle stratégie de régularisation basée
sur un apprentissage non supervisé a vu le jour. Il s’agit d’initialiser les paramètres
(poids et biais) avec un critère non supervisé avant d’entamer l’apprentissage su-
pervisé avec la descente de gradient. Les auteurs ont utilisé une architecture d’em-
pilement de machines de Boltzmann restreintes (RBM pour Restricted Boltzmann
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Machines).
D’autres travaux ont exploré l’empilement d’auto-encodeurs ordinaires

[Bengio 2007b] (SAE pour Stacked Autoencoders, ou encore l’empilement d’auto-
encodeurs débruiteurs [Vincent 2010] (SDAE pour Stacked Denoising Autoenco-
ders). Dans nos travaux présentés dans la section 7.4, nous avons utilisé un empi-
lement d’auto-encodeurs de type convolutif (SCAE). Le rajout de plusieurs couches
d’auto-encodeurs peut être une manière d’éviter l’initialisation aléatoire des poids
du réseau de neurones dédié à la classification, cependant il faut toujours que l’on
choisisse les poids du réseau de préapprentissage que ce soit un RBM, un SDAE, ou
un SCAE.

Rappelons que la convolution du signal en entrée, dans ce type d’architecture, est
aussi dépendante des valeurs initiales que nous attribuons aux poids des connexions
neuronales. Si les poids des connexions entre les neurones du réseau sont trop petits,
alors le signal d’origine rétrécit avec chaque multiplication et transformation linéaire
(i.e. une opération de convolution), jusqu’à ce qu’il soit dégradé, atteins une valeur
nulle (decay to zero), et ne soit plus utilisable en sortie du réseau. Par contre si les
poids dans le réseau sont trop grands, alors le signal d’origine croît lors de la convo-
lution, jusqu’à ce qu’il devient trop grand pour être utile. Ceci a une conséquence
directe sur l’entraînement qui ne convergera jamais vers une valeur et le système
peut devenir par la suite chaotique.

Initialisation des poids

Nous avons utilisé dans nos travaux sur les SCAE une initialisation aléatoire
des poids des connexions neuronales qui est tirée d’une distribution uniforme où
W ∈] − 1√

nin
; 1√

nin
[. Cet intervalle a été déterminé empiriquement, où nous avons

constaté après plusieurs essais que l’utilisation de la racine nous évitait de perdre le
signal en entrée nin.

Nous utiliserons dans cette partie une autre méthode pour l’initialisation des
poids des connexions neuronales. La valeur initiale des poids est tirée d’une distri-
bution gaussienne, avec une moyenne nulle et une variance décrite par l’équation
suivante

V ar(G) =
1

nin
(7.22)

Où G est la distribution gaussienne, et nin est le nombre de neurones donné en
entrée à la distribution. Afin de stabiliser le signal en entrée du réseau (i.e. éviter
qu’il explose ou diminue jusqu’à disparaître complètement), notre objectif consiste
à garer la même variance du signal lors de l’exécution de l’algorithme de descente
de gradient. L’on appelle ce type d’initialisation aléatoire, l’initialisation de Xavier
[Glorot 2010].

La variance de la distribution gaussienne telle qu’elle est calculée dans l’équation
7.22, est une implémentation de la plateforme d’apprentissage des architectures pro-
fondes appelée Caffe [Jia 2014], que nous utilisons dans cette partie afin de mener
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nos expérimentations. La variance telle qu’elle est calculée dans les travaux d’origine
de [Glorot 2010] est donnée par l’équation 7.23.

V ar(G) =
2

nin + nout
(7.23)

Où nout est le nombre de neurones en sortie. Afin de préserver la variance du
signal en entrée ainsi qu’en sortie après l’application de l’algorithme de rétropropa-
gation, la variance est calculée sur la moyenne des neurones donnés en entrée et en
sortie.

Élan du gradient

(a) (b)

Figure 7.21 – (a) Calcul de la direction du gradient à l’étape θt+1, Où g(θt) =

ε∇f(θt). (b) Illustration d’une fonction objectif f(θ).

Étant donné la fonction objectif f(θ) que nous souhaitons minimiser, l’élan µ

est donné par :

vt+1 = µvt − ε∇f(θt) (7.24)

θt+1 = θt + vt+1 (7.25)

Où ε > 0 est le taux d’apprentissage, µ ∈ [0, 1] est le coefficient de l’élan et ∇f(θt)

est le gradient à θt. Nous avons appelé le coefficient µ élan, par abus de langage et
suite à la traduction du terme anglais momentum que nous retrouvons dans l’état
de l’art. Cependant, µ représente en réalité le frottement exercé sur la vitesse v, il
a pour effet la réduction et l’alourdissement de l’énergie cinétique du système.

Si nous considérons l’espace de la fonction objectif f(θ), illustrée dans la figure
(b) 9 7.21, comme étant un massif rocheux, que nous nous positionnons en haut d’une
colline et que notre but est d’atteindre le bas de cette colline, alors le frottement
µ que nous exerçons sur la vitesse de déplacement nous "aide" à nous arrêter, une

9. Figure prise des slides Multilayer Neural Networks par Leon Bottou présenté dans Deep
learning summer school, Montreal, 2015
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fois la descente terminée. La direction du gradient à θt+1 est calculée par l’équation
7.25 qui est illustrée dans la figure (a) 7.21.

Pour l’optimisation de la fonction objectif, nous nous sommes concentrés sur les
paramètres suivants :

— Le taux d’apprentissage ε.
— L’élan de l’apprentissage µ. Notons que nous nous intéressons uniquement à

l’élan classique de l’apprentissage. Nous n’explorons pas l’effet du paramètre
de Nestrov pour l’accélération du gradient (NAG), bien que dans leur ar-
ticle [Sutskever 2013b] les auteurs démontrent que le NAG est sensiblement
meilleur que le paramètre de l’élan de l’apprentissage classique.

— La fonction de l’initialisation aléatoire des poids des connexions des neurones.
— La profondeur du réseau.

7.5.2 Classification

Dans cette partie, nous avons fait varier le taux d’apprentissage, l’élan de l’ap-
prentissage, changé la fonction d’initialisation aléatoire des poids et proposé une
nouvelle architecture convolutive illustrée dans la figure 7.22. Nous rapportons éga-
lement, les résultats de l’entraînement avec nos données de l’architecture proposée
par [Krizhevsky 2012].

Les deux architectures utilisent la fonction d’activation ReLU (Rectified Linear
Unit) où la sortie de chaque neurone est calculée avec la fonction f(x) = max(0, x).
En comparaison avec la fonction f(x) = tanh(x) par exemple, l’utilisation de ReLU
ne nous confronte pas au problème de la perte du signal suite à l’application de
convolutions successives. De plus, et comme a démontré [Krizhevsky 2012], ReLU
est 6 fois plus rapide en temps d’entraînement que les autres fonctions d’activations
présentées dans la sous-section 7.2.1, ceci est essentiellement dû à la suppression de
la normalisation ainsi que l’absence de tout calcul exponentiel.

Figure 7.22 – Architecture d’un réseau convolutif avec des couches de max pooling

Dans la figure 7.22, l’architecture du réseau est constituée de quatre couches
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Figure 7.23 – illustration de la sortie de la fonction de perte lors de l’entraînement
et de la justesse des résultats calculés sur les données de test

de convolution, 2 couches de maxpooling et deux couches de neurones connexes 10.
La sortie de la première couche connexe composée de 200 neurones est donnée en
entrée à la deuxième couche connexe. Une fonction softmax calcule alors un ordre de
probabilités afin de classifier le signal sur lequel nous avons appliqué une convolution
avec l’un des quatre labels correspondants à l’Éthiopien, le Syriaque, le Grec ou le
Latin.

La première couche convolutive filtre l’image en entrée de 256× 256× 1 avec 20
masques d’une taille de 11× 11× 1 et une foulée d’un pixel. La couche convolutive
suivante prend en entrée la sortie de la première couche et y applique un filtre
avec 50 masques d’une taille de 3× 3× 20. La deuxième et quatrième couche, elles
correspondent à des couches de maxpooling. La deuxième couche exécute 20 masques
d’une taille de 2× 2× 20 et une foulée de 2 pixels. La quatrième couche exécute 50
masques d’une taille de 2× 2× 50 et une foulée de 2 pixels.

Notons que nous avons également essayé d’autres configurations avec par
exemple plus de couches convolutives, un maxpooling à la sortie de chaque convolu-
tion ou aussi un seul maxpooling. À la fin de toutes les convolutions. Nous n’avons
pas eu de meilleurs résultats par rapport à l’architecture présentée au-dessus.

Taux ε Élan µ weight decay justesse
Configuration # 1 10−4 0.7 4× 10−4 85%
Configuration # 2 10−4 0.6 4× 10−4 76%
Configuration # 3 10−5 0.7 4× 10−4 43%

Table 7.6 – Les différentes initialisations de paramètres, pour la même architecture.

Nous rapportons dans le tableau 7.6 trois différentes configurations de l’architec-
ture illustrée dans la figure 7.22. La configuration avec un taux de 85% de justesse
est composée d’un taux d’apprentissage ε = 10−4, un élan µ = 0.7 et un weight decay
de 4× 10−4. Ces résultats sont comparables en performance à ceux rapportés dans
le référentiel empirique (voir tableau 7.2) et plus précisément les 89% de justesse
obtenue par le réseau de neurones (ANN) entraîné avec des caractéristiques HOG.

10. Dans une couche connexe, tous les neurones sont connectés entre eux au sein d’une même
couche et avec ceux de la couche suivante.
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Dans la figure 7.23, nous avons illustré deux courbes. La première en rouge
(ascendante) est celle du taux de justesse à travers les itérations. La deuxième en bleu
(descendante) est la valeur de la fonction objectif que nous souhaitons minimiser,
appelée aussi perte (en anglais train loss). La plus petite valeur atteinte est de 0.27,
la valeur moyenne de perte est de 0.41. Nous avons atteint une justesse de prédiction
sur les données de test d’une valeur de 85% et ce après 1000 itérations. Quant au
comportement "bruité" de la courbe de la justesse sur les données de test, il est
expliqué par l’utilisation du weight decay pour éviter le sur apprentissage.

Figure 7.24 – Architecture d’un réseau convolutif avec des couches de max pooling

Dans la figure 7.24, l’architecture du réseau de [Krizhevsky 2012] appelé Alexnet
est constituée de cinq couches de convolution, trois d’entre elles sont suivies par des
couches de maxpooling, à la fin des trois couches de neurones connexes nous avons
connecté une quatrième avec quatre neurones dont la distribution est calculée avec
un softmax.

La première couche convolutive filtre l’image en entrée de 224× 224× 1 avec 96
masques d’une taille de 11 × 11 × 1 et une foulée de 4 pixels. La seconde couche
convolutive prend la sortie de la couche demaxpooling et filtre cette dernière avec 256
masques d’une taille de 5×5×48. La troisième couche prend la sortie de la deuxième
couche après normalisation et application d’un maxpooling sur les neurones, elle y
applique 384 masques d’une taille de 1×1×256. La quatrième applique sur la sortie
de la troisième 384 masques d’une taille de 1× 1× 192. Quant à la cinquième, elle
possède 256 masques avec une taille de 1× 1× 192. Les couches connexes possèdent
chacune 4096 neurones.

Alexnet a été originellement construit pour la classification de 1.2 million
d’images en 1000 catégories. Le réseau a été entraîné sur les trois canaux RGB
(i.e. sur des images en couleur). Le signal en entrée est tridimensionnel. Comme
nous l’avons illustré dans la figure 7.1, nous travaillons avec des images au niveau
du gris. Nous n’avons donc pas pu utiliser un réseau déjà entraîné et avons dû en
entraîner un nouveau en précisant qu’il ne devait prendre en considération qu’un
seul canal, celui du gris.
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La fonction d’activation non linéaire ReLU est utilisée après chaque couche de
convolution ou couche connexe. Pour la régularisation de l’apprentissage, le Dropout
est utilisé avec une valeur de 0.5 et ce dans les deux couches connexes . Nous n’avons
pas appliqué de Dropout à la couche des quatre neurones connexes que nous avons
ajoutés à la fin de l’architecture. Nous avons gardé un taux d’apprentissage ε = 10−4

et un élan µ = 0.7. Nous avons obtenu avec cette configuration un taux de justesse
égale à 82%.

7.5.3 Analyse des résultats

Nous constatons que les deux architectures convolutives ont obtenu de meilleurs
résultats que les auto-encodeurs. Nous pensons que ceci est principalement dû aux
caractéristiques extraites. Face à des données réduites comportant une quantité non
négligeable de bruits (voir figure 7.2), il semblerait d’après nos résultats empiriques
qu’une architecture convolutive simple soit plus appropriée qu’une architecture de
type auto-encodeurs.

Les résultats empiriques que nous avons obtenus nous laissent penser que les
auto-encodeurs nécessiteraient plus de données afin de construire une meilleure re-
présentation de toutes les caractéristiques que nous pouvons trouver dans un ma-
nuscrit ancien. Le compromis entre le choix du modèle d’apprentissage et le rajout
de plus de données lors de l’entraînement de ce dernier, a été traité dans les travaux
de [Zhu 2012].

Notons également que l’architecture que nous avons proposée, et qui est illustrée
dans la figure 7.22, a obtenu en moyenne un résultat légèrement meilleur (une diffé-
rence de 3% dans le taux de justesse) que celui d’Alexnet. Cependant, nous pensons
que l’architecture Alexnet est capable de nous fournir un meilleur résultat si nous
avons eu la possibilité de récupérer une version entraînée sur plusieurs images de
documents au niveau du gris. En effet, en appliquant un apprentissage par trans-
fert plusieurs travaux [Shin 2016] rapportent de meilleurs résultats par rapport à un
apprentissage à partir de zéro.

Les résultats obtenus démontrent également l’importance des différents para-
mètres que nous avons utilisés lors de l’apprentissage. Comme nous avons observé
dans le tableau 7.6, un changement sensible dans la valeur de certains paramètres
peut résulter dans une chute importante dans le taux de justesse. Par exemple, pas-
sant de 85% à 43% lors d’une modification du taux d’apprentissage ε. Ou encore de
85% à 76% lors d’une modification de l’élan µ.

Notons finalement l’importance du schéma de l’initialisation aléatoire des poids
des connexions neuronales. Dans la partie des SCAE, nous avons utilisé une fonction
d’initialisation que nous avons tirée d’un ensemble de tests empiriques. Dans cette
partie, nous avons utilisé une fonction d’initialisation avec une distribution gaus-
sienne où nous avons évité de perdre le signal en réduisant la variance. Il semblerait
que cette dernière soit plus efficace toujours d’après nos résultats empiriques.
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Dans cette partie, nous nous sommes intéressés au problème de l’identification
des scripts dans des manuscrits comportant l’Éthiopien, le Syriaque, le Grec et le
Latin. Nous avons approché le problème en menant une étude empirique où nous
avons adopté une analyse en termes des pixels au niveau d’une page entière issue
d’un manuscrit donné. Cette analyse est basée sur l’apprentissage d’un ensemble de
caractéristiques par l’application d’une suite de transformations non linéaires sur les
pixels de la page donnée. Cette suite de transformations, appelée convolutions, est
appliquée sur ce signal (i.e. ensemble de pixels) à travers une couche de neurones
en entrée, une ou plusieurs couches cachées et une couche de sortie. Ces couches
forment ce que l’on appelle une architecture profonde.

Deux catégories d’architectures ont été étudiées empiriquement dans ce chapitre.
La première appelée autoencodeur, nous fournit des caractéristiques qui sont issues
de la représentation non supervisée qu’elle se fait du signal. La deuxième est une
architecture convolutive avec une représentation supervisée. Nous avons mené une
étude empirique afin de jauger la capacité d’une architecture par rapport à une autre
à se construire une bonne représentation à partir d’une quantité de données limitée
et en mauvais état.

Les résultats obtenus sont les suivants : utilisant des filtres construits avec des
algorithmes conçus par des experts, nous avons obtenu sur notre jeu de données un
taux de justesse de 89.07%. Puis, en construisant un filtre de manière non supervisée,
nous avons obtenu des résultats modestes avec un taux de justesse de 71.8%. Nous
avons remédié à ces résultats par l’optimisation d’une liste de paramètres et en
changeant la fonction d’initialisation des poids des différentes connexions neuronales
dans les architectures étudiées. Nous avons obtenu des résultats plus proche de ceux
du filtre choisi par l’expert, avec un taux de justesse de 85%.

Nos conclusions sur ce chapitre sont les suivantes :
— Le compromis entre la quantité de données utilisée lors de l’entraînement

et l’utilisation de meilleurs modèles d’apprentissage doit être considéré avec
attention.

— Le sous-apprentissage est une problématique aussi importante que le sur ap-
prentissage et celle-ci n’est pas toujours résolue par l’extension du jeu de
données.

— Comme perspectives, nous comptons implémenter la fonction ReLU dans les
auto-encodeurs et permettre une rétropropagation sur les couches comportant
un extremum pooler afin de permettre l’utilisation du finetuning.
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8.1 Conclusion

Cette thèse était dédiée à la tâche de la classification des textes saisi sur un or-
dinateur (numérique) ou écrit à la main et ensuite numérisé dans une image. Dans
les deux cas, nous avons représenté les textes par une matrice à grande dimension.
Nos contributions présentées sous la forme d’algorithmes s’attaquent à deux problé-
matiques : la réduction de la dimension de la matrice en des composantes caracté-
ristiques et l’utilisation des composantes extraites pour améliorer les performances
de la tâche de classification.

Nous avons consacré la première partie de la thèse aux textes numérique. Pour
réduire la dimension de la matrice de co occurrences nous avons construit un es-
pace sémantique latent, à partir d’un corpus de texte, où nous avons représenté les
documents par des vecteurs de probabilités. Nous avons par la suite proposé deux
méthodes de classification. Nous avons expliqué cette approche conceptuelle dans le
chapitre 3.

Afin de suivre la dynamique des thèmes dans le corpus, nous avons besoin d’un
algorithme de classification qui intègre à la fois les thèmes majeurs et les thèmes sus-
ceptibles de l’être. La première méthode de classification, présentée dans le chapitre
4, permet donc de regrouper les documents selon deux critères. Le premier est qua-
litatif et il est représenté par les thèmes majeurs dans la collection des documents.
Le deuxième est quantitatif et il est représenté la distance entre la distribution des
thèmes dans chaque document de la collection. Au sein de cette méthode, nous
avons procédé à l’analyse de la structure de l’espace sémantique latent à l’aide des
axiomes de la prétopologie. Ceci nous a permis de fournir, à la première méthode de
classification, le nombre de classes ou groupes ainsi que leurs centroïdes respectifs.
La méthode que nous avons développée, dans le chapitre 4, nous évite une initialisa-
tion aléatoire de ces paramètres et nous permet d’obtenir une meilleure qualité dans
les regroupements de documents. Le suivi dynamique des thèmes dans le corpus
nécessite la gestion du passage à l’échelle. Nous avons proposé une implémentation



142 Chapitre 8. Conclusion et perspectives

informatique pour distribuer le calcul de l’allocation latente de Dirichlet sur une
grille d’ordinateurs.

Dans le chapitre 5, nous avons adressé la problématique de l’archivage des docu-
ments textuels en prenant en compte la structure thématique des documents. Ceci a
un effet direct sur la phase de la recherche, les documents que l’algorithme a archivés
automatiquement au travers une hiérarchie de catégories, sont accessible par des re-
quêtes comportant les thèmes et non pas de simples mots clés. Pour mener ce travail,
nous avons développé une version semi-supervisée de l’algorithme de l’allocation la-
tente de Dirichlet et avons combiné sa sortie à l’algorithme des forêts aléatoires.
Le résultat de ce mélange est un algorithme de classification capable d’archiver un
document dans une hiérarchie de catégories qui commence par les catégories les plus
générales vers les catégories les plus particulières.

Nous avons consacré la deuxième partie de la thèse aux textes numérisés. La
tâche était de classifier des manuscrits selon le script (langue écrite) qu’ils continent
et ce à partir d’une matrice de pixel qui représente l’image. Pour réduire la dimension
de la matrice de pixels, nous avons appliqué trois principaux types de filtres pour
faire émerger les composantes les plus caractéristiques. Ces composantes sont comme
des profils du tracé du script et elles caractérisent soit la direction du tracé, la largeur
ou le contraste. Notre approche consistait à prendre l’image de la page du document
dans sa globabilité et à extraire des profils qui mélangent les caractéristiques du
tracé. Mais aussi, celles de l’environnement où il se trouve par exemple, la qualité
du papier, les images, et différents artefacts.

Afin d’extraire des profils mélangeant les caractéristiques du tracé aux caracté-
ristiques de son environnement c’est-à-dire la page, nous avons utilisé les réseaux
de neurones de types auto-encodeurs. Les auto-encodeurs nous fournissent des ca-
ractéristiques qui sont issues de la représentation non supervisée qu’ils se font du
signal. Dans le chapitre 7, nous avons mené une étude empirique où nous avons
établi une comparaison avec les caractéristiques extraites avec l’algorithme HOG
(en anglais Histogram Oriented Gradient) qui détermine la direction du tracé. Ces
caractéristiques sont déterminées par des algorithmes conçus par des experts. Les ca-
ractérstiques extraites par les architectures de réseaux de neuronnes que nous avons
développé nous ont donné des résultats comparables aux caractéristiques HOG à
hauteur de 89% de taux de justesse.

8.2 Perspectives

Deux directions sont esquissées pour nos travaux futurs.

Utilisation des réseaux de neurones récurrents

Dans la première partie de cette thèse, nous avons utilisé des modèles n− gram
pour approcher la problématique de la catégorisation des textes numériques. Comme
ce type de modèle nécessite une décomposition du texte en terme unique, son appli-
cation sur des langues non latines peut devenir problématique. Notamment, à cause
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de la différence morphologique qu’il peut y avoir avec d’autres langues (e.g. l’arabe
et ses différents dialectes).

Des travaux précédents ont montré le potentiel des modèles à caractères (charac-
ter language model en anglais) et performances supérieures aux modèles n− gram.
Ce type de modèle peut être appliqué à n’importe quelle langue ou langage écrit par
l’utilisation d’un alphabet et ne nécessite pas l’utilisation de termes uniques. Parmi
ce type de modèles, les réseaux de neurones récurent de type LSTM ( pour Long
Short Term Memory) sont d’un intérêt particulier pour nous. Car mal exploité dans
l’état de l’art ils peuvent apporter des solutions intéressantes pour l’identification
des dialectes arabes.

Utilisation de la fonction Relu et les réseaux de neurones résiduels

En vue des récents résultats obtenus avec des architectures plus profondes 100
à 1000 couches, nous souhaitons dans des travaux futurs explorer ce terrain. Ceci
nécessiterait l’utilisation de la fonction Relu au lieu de la fonction softsign. La fonc-
tion Relu permet d’éviter l’explosion du gradient ou qu’il atteigne une valeur nulle.
Les réseaux à plus d’une centaine de couches ont été récemment étudiés dans les
travaux de [He 2015].

Les sujets de nos futurs travaux sont :
— La détection des passages parallèles dans un texte.
— L’identification des auteurs d’un manuscrit avec les auto-encodeurs et les

méthodes variationnelles.
— Extraction des lignes dans les manuscrits avec une modification du seam

carving.





Annexe A

Les défis de l’apprentissage
automatique

A.1 Apprentissage supervisé

La situation où se situe l’apprentissage supervisé est la suivante : face à une
quantité de données qui est finie, nous souhaitons avoir la capacité d’induire une
hypothèse optimale avec un algorithme d’apprentissage s’exécutant en un temps po-
lynomial. Une hypothèse optimale doit être capable de recréer la catégorisation des
données X d’apprentissage avec une erreur minimale et généraliser son apprentissage
au niveau des concepts Y avec une erreur minimale. Selon la nature des concepts Y
la tâche de catégorisation est appelée classification ou régression. Nous limiterons
notre synthèse, dans ce chapitre, aux problèmes de classification à deux classes. Il
est à noter que les notions étudiées sont extensibles aux cas de plusieurs classes ou
dans le cas de variables continues à la régression.

Définition A.1 (Classification). La classification est une opération qui consiste à
associer à un ensemble de données Xi, 1 ≤ i ≤ N un ensemble de labels Yi, 1 ≤ i ≤ N
où chaque label est relatif à une classe. Par exemple, un classifieur binaire h est
définit de la façon suivante h : Xi, 1 ≤ i ≤ N → {−1,+1}, la sortie de h est
qualitative.

Définition A.2 (Regression). La régression est une opération qui consiste à associer
un ensemble de données Xi, 0 ≤ i ≤ N à un ensemble de sorties quantitatives
Yi, 0 ≤ i ≤ N où Y ∈ R. Par exemple, prédire la température ou la valeur d’une
action en bourse qui sont souvent des variables décrites par un nombre réel. L’analyse
de la régression est souvent faite sur une erreur quadratique.

La problématique avec la configuration que nous venons de décrire est la sui-
vante : nous n’avons pas de connaissance sur la provenance exacte de X et nous
n’avons pas la liste des règles à utiliser pour faire apprendre à la machine et lui
donner les moyens de reconnaitre les liens insoupçonnés avec les concepts Y. La
solution au problème de l’apprentissage, c’est d’abord d’avoir une configuration pro-
babiliste de l’environnement où l’on souhaite que notre machine apprenne. Ensuite,
d’approcher le vrai modèle d’apprentissage par l’optimisation d’un modèle approxi-
mativement vrai.

Dans ce qui suit, nous décrirons d’abord en nous basant sur une taxonomie dé-
taillée issue de l’état de l’art, la configuration où l’on va situer la problématique du
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modèle d’apprentissage. Nous présenterons ensuite, la transformation de la problé-
matique d’origine en une problématique d’optimisation. Nous discuterons enfin, de
la faisabilité de l’apprentissage ce qui introduira le besoin des formalismes que l’on
présentera par la suite.

f : X → Y

Espace d’hypothèses H

Hypothèse cible f

Algorithme

d’apprentissage

Hypothèse finale h

h : X → Y

Distribution de probabilité

Donneés d’apprentissage

P ∗ sur X

XN
1 = {x1, . . . , xN}(XN

1 ,YN
1 )

Figure A.1 – Diagramme qui décrit le processus de l’apprentissage statistique.
Diagramme inspiré des cours du Prof. Yasser Abu Moustafa

Nous nous situons dans le cadre de l’apprentissage supervisé dont le processus
est décrit dans le diagramme illustré dans la figure A.1. Ce diagramme est présenté
pour introduire un ensemble de taxonomies auxquelles nous nous référerons dans les
parties suivantes de ce chapitre.

Nous cherchons à inférer un lien fonctionnel entre les données X et les concepts
Y. Nous nous munissons pour cela d’un échantillon d’apprentissage constitué de la
paire (XN1 ,YN1 ). L’échantillon XN1 = {x1, . . . , xN} est produit par une distribution
P qui nous est inconnue. Le lien entre l’échantillon d’exemples XN1 et les concepts
qui leur sont associés YN1 , est donné par l’hypothèse cible, appelée aussi oracle ou
superviseur. La fonction cible nous est aussi inconnue.

La recherche du lien fonctionnel se fait par apprentissage où un algorithme est
entrainé avec des paires (XN1 ,YN1 ). Le but est de trouver l’algorithme d’apprentis-
sage capable de nous fournir une hypothèse finale h issue de l’espace d’hypothèses
H. L’hypothèse h doit être capable de fournir la meilleure reproduction des asso-
ciations X → Y issues de la fonction cible f . La recherche de la meilleure approxi-
mation de la fonction cible f dépend de trois facteurs essentiels : la structure de
l’espace d’hypothèse H, la structure de l’échantillon d’apprentissage et les critères
avec lesquels nous évaluerons l’hypothèse finale h.
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configuration probabiliste

Étant donné que, nous n’avons aucune information sur la provenance de X et
Y, et que nous voulons éviter de poser des hypothèses fortes sur la provenance de
la fonction cible f pour ne pas affecter l’apprentissage. Nous travaillerons dans un
environnent probabiliste en supposons une certaine incertitude à propos des données
d’apprentissage constituées de la paire (X ,Y).

P(x, y) = PY |X(y|X = x)PX(x) (A.1)

Sous cette configuration probabiliste, l’échantillon d’exemples (XN1 ,YN1 ) qui sert
à l’entraînement, est tiré avec la distribution P(x, y), et est considéré comme une
variable aléatoire (X,Y ). La distribution jointe P(x, y) est inconnue, où PY |X est
la distribution conditionnelle de Y et PX est la distribution marginale sur X (P
dans la figure 2.1). L’algorithme d’apprentissage doit fournir l’hypothèse h optimale
qui fournira la meilleure reproduction des associations X → Y. Nous introduirons
pour ce fait, un risque relatif au choix de h par rapport à d’autres hypothèses dans
H.

Risque

Le but ici est de définir un critère d’évaluation et de l’optimiser afin d’augmenter
la qualité d’un modèle d’apprentissage choisi. Le risque R calculera le coût (en bits)
pour chaque instance du modèle au moment de son utilisation. Ce coût est défini
comme étant numérique et il est plus connu sous le nom de fonction objective. Étant
donné la paire de variables aléatoires (X,Y ) tirée de la distribution de probabilité
P , le risque R s’écrit par rapport à la distribution de probabilité P de la façon
suivante :

R(h) =

∫
1

2
|Y − f(x, h)|dP (x, y) (A.2)

Le problème d’origine est transféré vers un problème d’optimisation de la fonc-
tion objective dans le but de minimiser le risque. L’hypothèse optimale s’écrit alors
h∗ = arg minR(h). Cependant, comme P est une distribution de probabilité qui nous
est inconnue et R est non explicitement définie, deux solutions s’offrent à nous : la
première est de raisonner par induction à partir de l’échantillon des exemples XN1 et
la deuxième est de restreindre l’espace d’hypothèse H afin qu’il admette l’hypothèse
h la plus proche de l’hypothèse optimale h∗. Identifier h∗ pose donc un problème
sur la structure de l’espace d’hypothèses H.

A.2 Formalisme de Vapnik et Chervonenkis

La théorie de l’apprentissage statistique développée dans l’ouvrage de Vapnik
dans sa courte et longue version [Vapnik 1998] (incluant des démonstrations) donne à
l’apprentissage automatique un cadre théorique possible. Dans les travaux de Vapnik
et Chervonenkis, le problème de l’apprentissage devient un problème statistique de
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sélection de modèle pénalisée (d’où le nom de théorie statistique de l’apprentissage).
La sélection de modèle pénalisée n’est pas une approche nouvelle et elle revient aux
travaux d’Akaike. L’approche original de Vapnik est d’introduire un concept original
de la complexité appelée la dimension Vapnik-Chervonenkis (dimension VC). Nous
présentons dans ce qui suit une synthèse de ce dernier.

A.2.1 Cadre général

Les travaux de Vapnik et Chervonenkis [Vapnik 1998] ne sont pas contradictoires
avec l’approche PAC et peuvent être considérés comme les travaux fondateurs. La
principale différence entre l’apprentissage PAC et la théorie statistique de l’appren-
tissage est essentiellement une question de vocabulaire. D’un coté avec le formalisme
PAC nous avons un vocabulaire orienté vers les informaticiens et de l’autre nous
avons un vocabulaire qui est orienté vers les statisticiens.

Sélection de modèles

Nous reprenons dans cette partie, le formalisme de Vapnik pour la sélection de
modèles en statistique.

Minimisation du risque empirique (ERM)

Etant donné l’ensemble H des fonctions de prédictions h, et X un échantillon
d’apprentissage de taille n, XN1 = {(X1, Y1), . . . , (Xn, Yn)}. Nous souhaitons trouver
la fonction h qui a le nombre le plus petit d’erreurs. La stratégie la plus commune
est d’introduire un risque empirique Rn(h).

Définition A.3. Le risque empirique Rn(h) est construit sur la base de l’échantillon
des points XN1 où le nombre d’erreurs faites par le classifier h est calculé et par la
suite normalisé.

Rn(h) =
1

n

n∑

i=1

L(Yi, h(Xi)) (A.3)

Définition A.4. La minimisation du risque empirique, ou ERM pour Emprical Risk
Minimization est ce que Vapnik appel le principe inductive est le fait de trouver une
fonction h ∈ H qui minimise Rn(h) ceci se traduit par hn = arg min

h∈H
Rn(h). Ainsi,

la fonction de prédiction hn est la meilleure de l’espace d’hypothèse H, et ceci selon
les exemples XN1 .

Il est légitime de croire que lorsque le nombre d’exemples tend vers l’infini, il y a
une convergence du risque empirique Rn vers le risque réel R et aussi une proximité
entre la fonction h et la fonction optimal f . Dans la théorie de l’apprentissage
statistique, nous voulons prouver que l’estimateur Rn est convergent ou consistant
(traduit de consistent estimator en anglais)
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Estimateur convergent

Un estimateur convergent est un estimateur qui tend vers la quantité de proba-
bilité estimée quand la taille de l’échantillon d’exemples XN1 augmente. La quantité
souhaitée ici est l’erreur réel inf

f∈H
R(f). L’écart R(h) − inf

f∈H
R(f) est la quantité qui

nous intéresse. La convergence de l’ERM rendra cette écart faible avec l’augmen-
tation du nombre d’exemples XN1 . Cette écart peut être étudié dans un ensemble
bornée où la vitesse de convergence ne dépend que de la structure de l’ensemble
d’hypothèses H. Pour cela nous reconsidérons l’écart précédent par rapport à l’er-
reur de Bayes R∗. Cette formulation vient des travaux de Vapnik et Chervonen-
kis [Vapnik 1998] et retrouve racine dans les théorèmes historique de Kolmogorov-
Simrnov.

R(h)−R∗ =

(
R(h)− inf

f∈H
R(f)

)
+

(
inf
f∈H

R(f)−R∗
)

(A.4)

R(h)−R∗ = Evar + Ebias (A.5)

La taille de H est un compromis. La première quantité dans l’équation (2.3)
représente l’erreur d’estimation (variance) et la deuxième quantité représente l’erreur
d’approximation (biais). Quand la taille de H est large nous obtenons une erreur
d’estimation Evar qui est grande, et une erreur d’approximation Ebias qui est petite.
À l’inverse si la taille de H est restreinte nous obtenons une Evar qui est petite, et
une Ebias qui est grande. Le problème que nous avons ici est le suivant, nous pouvons
avoir une erreur d’approximation proche de zéro avec un H large mais on pourrait
prendre le mauvaise fonction de prédiction h avec une erreur empirique proche de
0 mais qui n’est applicable que sur l’échantillon d’exemples XN1 . Ce phénomène
s’appelle le sur-apprentissage (overfitting en anglais). Nous avons besoin donc d’une
fonction de prediction qui évite le sur-apprentissage et qui est capable de généraliser
son apprentissage sur un nouveau échantillon d’exemples. Dans le cas idéal nous
avons besoin que :

1. H soit assez "large" pour que l’erreur d’approximation (biais) soit petite.

2. H soit assez "petit" pour que l’erreur d’estimation (variance) soit petite.

La problématique de la complexité dans l’apprentissage survient suite aux considéra-
tions que l’on se fait des conditions du choix de l’espace d’hpothèses H. Cette espace
d’hypothèses détermine la convergence de l’estimateur ERM. Nous verrons dans la
suite que la dimension de Vapnik-Chervonenkis apparait comme la plus approprié
pour résoudre cette problématique.

A.2.2 La dimension de Vapnik et Chervonenkis (VC)

Dans ce qui suit nous définirons la dimension VC dans le cas de la classification
binaire. Il ne sera pas question dans cette partie de développer les démonstrations
mathématiques de la dimension VC mais de l’introduire comme outils essentiel dans
la compréhension de la catégorisation de concepts. Afin de définir cette quantité,



150 Annexe A. Les défis de l’apprentissage automatique

Figure A.2 – mH(N) = 8 avec N = 3

nous introduisons les définitions de deux concepts fondamentaux : la fonction de
croissance (Growth function en anglais). Et les espace explosé (Shattered sets en
anglais).

Fonction de croissance

Une fonction de croissance est une fonction appliquée sur un ensemble de dicho-
tomies. Nous travaillons dans le cas de la classification binaire, une dichotomie est
définie donc comme h : XN1 → {−1,+1} où XN1 est un sous ensemble de X est sa
valeur est {x1, x2, ..., xN}. Puisque une dichotomie est une hypothèse appliquée à
un sous ensemble de X , nous pouvons dénoter le nombre de dichotomies en fonction
de l’espace d’hypothèses H et ceci de la façon suivante : |H(x1, x2, ..., xN )|. Dans ce
cas, la question est la suivante : combien pouvons-nous obtenir de classification pos-
sible des exemples dans XN1 en appliquant différentes dichotomies h ? Le maximum
que l’on obtenir dans ce cas est 2N . Le cardinal maximal des dichotomies possibles
s’écrit donc :

|H(x1, x2, ..., xN )| = 2N (A.6)

Définition A.5 (Fonction de croissance). La fonction de croissance compte le
nombre maximal de dichotomies que l’on peut appliquer sur un nombre d’exemples
N en utilisant l’espace d’hypothèse H(x1, x2, ..., xN ). Elle est dénoté de la façon
suivante :

mH(N) = max
XN1 ∈X

|H(x1, x2, ..., xN )| (A.7)

La fonction de croissance est limité par la quantité 2N comme suit :

mH(N) ≤ 2N (A.8)

Comme exemple de l’application de la définition 1, nous avons illustrer dans la
figure A.2 le nombre maximal de dichotomies appliquées sur 3 points. Chaque partie
grisée est une dichotomie qui sépare les trois point soit en rond qui correspond (i.e.
+1) soit en croix qui correspond à la valeur (i.e. -1).
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Dans l’exemple illustrée dans la figure A.2 mH(N = 3) = 23 = 8. Dans certain
cas ceci est possible dans d’autres cas nous avons un nombre de dichotomies inférieur
à 2N . Ce nombre de dichotomies maximal et qui est inférieur à 2N est appelé point
de cassure (break point en anglais). Cette notion de point de cassure est importante
car elle permet de caractériser un hypothèse ou une dichotomie h.

Définition A.6 (Point de cassure). Un point de cassure k est la taille de X k1 pour
laquelle il n’existe pas d’espace d’hypothèse H(X k1 ) qui peut donner une dichotomie
maximal de 2N . La fonction de croissance s’écrit alors :

mH(k) < 2k (A.9)

Les principaux résultat que l’on obtient avec la définition d’un point de cassure
sont présentés dans le lemme 1.

Lemme A.1. 1. Si il n’existe pas de point de cassure k alors mH(N) = 2N .

2. Si il existe un point de cassure k alors mH(N) est polynomial en N .

Le deuxième point du lemme 1 est important car si la fonction de croissance est
polynomial alors nous pouvons apprendre sur l’espace d’hypothèse H. Et de ce fait,
la fonction de croissance peut être réécrite de la manière suivante :

mH(N) ≤
k−1∑

i=0

(
N

i

)
(A.10)

Le point de cassure peut être trouver de plusieurs façons soit en prouvant que l’on
peut plus avoir de dichotomies à 2N , soit en prouvant que la fonction de croissance
n’est pas une exponentielle et qu’il y aura une cassure. Le point de cassure peut être
trouver aussi avec la dimension VC que l’on présentera dans ce qui suit.

Définition A.7 (Dimension VC). La dimension VC est une quantité définie pour
une espace d’hypothèse H, elle est dénoté dV C(H). Elle représente la plus large
quantité N d’exemples pour laquelle mH = 2N . En d’autres termes, la dimension
VC présente la capacité de l’espace d’hypothèseH a catégoriser l’ensemble des points
N .

Ceci implique, si N ≤ dV C(H) alors il existe 2N dichtomies possible pour séparer
les N exemples. Et implique aussi, si k > dV C(H) alors k est un point de cassure
pour H.

Définissons la dimension VC en terme de la fonction de croissance mH(N). Nous
savons que la dimension VC est en dessous du point de cassure et en tenons compte
de la fonction A.9, la fonction de croissance s’écrit alors

mH(N) ≤
dV C∑

i=0

(
N

i

)
(A.11)
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"La dimension VC fournit une mesure approximativement similaire, mais plus
générale que la mesure ln|H obtenu à partir d’une analyse PAC. La dimension VC
peut être appliqué sur des classes de fonctions continues, ce qu’une analyse PAC
standard ne peut pas faire. l’apprentissage PAC et la théorie de l’apprentissage
statistique ont été connecté par les quatre allemands (Blumer, Ehrengeucht, Haussler
et Warmuth en 1989." [Russell 2009]

A.2.3 Séparateurs à Vaste Marge (SVM)

Figure A.3 – Un exemple d’un hyperplan optimal qui sépare les données avec une
marge maximale

Les séparateurs à vaste marge (SVM) ou encore machines à point de support
sont une méthode de classification supervisée binaire. Les SVM ont été introduits par
Vapnik dans son ouvrage sur la théorie de l’apprentissage statistique. Conçu comme
un classifieur linéaire, la méthode consiste à chercher un hyperplan qui sépare deux
classes de données de manière à maximiser la marge entres les exemples les plus
proches de chacune des deux différentes classes, ces exemples sont appelés vecteurs
support (voir figure 2.3).

Mathématiquement ça consiste à trouver l’hyperplan w avec la marge maximale
entre les deux plans qui représenteront les deux classes dans le cas d’une classification
binaire. Le problème de la recherche de la marge est écrit avec une formulation de
Lagrange et tourné vers un probléme d’optimisation qui est résolu avec l’optimisation
quadratique.

La méthode a par la suite été généralisée dans le cas des classes non séparables
linéairement avec l’astuce du noyau (Kernel Trick en anglais). L’astuce consiste à
faire une projection des exemples dans un espace à grande dimension (infinie) où il
est rendu possible de chercher, à travers l’optimisation d’une fonction quadratique
un hyperplan optimal pour séparer les exemples.

A.3 Formalisme PAC

Le formalisme PAC (probablement approximativement correcte) a été présenté
par Valiant dans son article de 1948 [Valiant 1984]. Valiant fournit un cadre mathé-
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matique rigoureux pour analyser la faisabilité de l’apprentissage.

A.3.1 Cadre général

Le formalisme PAC est basé sur le principe de l’induction de l’hypothèse dite
vraie (i.e. fonction cible f). L’hypothèse vraie est inférée ou approchée avec la valida-
tion de l’espace d’hypothèses H appelé probablement approximativement correcte.
Quant à l’hypothèse dite certainement fausse, elle est découverte avec une forte pro-
babilité, car elle produira une fausse prédiction après un certain nombre d’exemples
(i.e. dans le cas de la classification une fausse prédiction se traduit par une fausse
association d’un exemples Xi avec un label Yi).

Une hypothèse h est dite probablement approximativement correcte est une hy-
pothèse avec une faible probabilité d’être certainement fausse. L’hypothèse proba-
blement approximativement correcte doit être valide sur l’échantillon pour l’appren-
tissage comme sur celui pour les tests. Pour ce faire, les deux ensembles sont tirés
à partir d’une même distribution de probabilité P . La distribution de probabilité P
est dite stationnaire, elle ne change pas dans le temps. Ceci assure d’après Valiant
la généralisation de l’apprentissage à partir des objets déjà vus, et permet de ce fait
de reconnaitre des objets nouveaux.

L’apprentissage PAC est donc une classe restrictive des algorithmes d’apprentis-
sages. Un apprentissage est considéré comme PAC si l’on est capable de reconnaître
les irrégularités en un temps polynomial, de réduire le nombre d’interactions avec
l’environnement et de réduire l’erreur tant que l’on veut [Valiant 2013]. Avant de
formaliser ces dernières assertions, accordons nous d’abord, de nouveau, sur les no-
tations que l’on a vu dans le diagramme de l’apprentissage (Figure 2.1). L’échantillon
des paires d’entrainement (X ,Y) est appelé S, il est tiré avec la distribution station-
naire P . S peut être discret (∈ N) ou continu (∈ R). Dans le cas de la classification,
l’hypothèse cible s’écrit f : S → {−1, 1}. H est l’espace des hypothèses. Pour chaque
hypothèse f ∈ H et chaque exemple x ∈ S,

f(x) =

{
+1 si x est un exemple positif,
−1 si x est un exemple négatif.

Étant donné l’espace d’hypothèses H, et supposé que l’hypothèse cible fait partie
de H. Nous définissons l’erreur relative à une hypothèse h comme la probabilité que
le résultat de h soit différent du résultat fournit par l’hypothèse cible f étant donné
la distribution stationnaire P de l’ensemble des exemples X .

erreur(h) = P (h(x) 6= f(x)|x tirée à partir de D) (A.12)

Nous définirons dans ce qui suit le formalisme PAC autour de la de la faisabi-
lité à savoir : la calculabilité de l’apprentissage en temps polynomial et le nombre
polynomial d’exemples pour l’entrainement définissent la faisabilité de l’algorithme
d’apprentissage. Le rasoir d’Ockham nous dit de choisir, étant donné S, l’hypothèse
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la plus simple, courte et consistante avec X . L’hypothèse la plus courte est l’hypo-
thèse qui aura le plus de capacité à généraliser ses prédictions en vue de nouveaux
exemples.

A.3.2 Algorithme PAC-apprenable

Définition A.8. L’espace des hypothèses H est PAC-apprenable SSi il existe un
algorithme d’apprentissage tel que pour chaque f ∈ H et ε (0 < ε < 1), l’algorithme
d’apprentissage s’arrête pour un nombre fini d’états et d’exemples. Au moment de
l’arrêt l’algorithme d’apprentissage a comme sortie, avec une probabilité 6= 1 − ε,
une hypothèse h ∈ H qui satisfait la condition suivante :

erreur(h) < ε

L’espace des hypothèses H est polynomialement PAC-apprenable ssi il est PAC-
apprenable et que l’algorithme d’apprentissage s’arrête toujours dans un temps et
un nombres d’exemples p(l(f), 1ε ), pour un polynôme p donné.

Définition A.9. Etant donnée m exemples, et deux constantes α et β tel que α < 1

et β ≥ 1. On appelle algorithme d’Ockham, l’algorithme qui s’exécute en un temps
polynomial et qui donne en sortie une hypothèse h ∈ H en rapport avec les exemples
X et qui satisfait la condition H(h) ≤ sβmα, avec s égale à la longueur en bits de
la plus petite hypothèse appartenant à H.

Théorème A.1. Un espace d’hypothèse H est polynomialement PAC-apprenable ssi
il existe un algorithme d’Occam. Pour une erreur 0 < ε < 1. Choisir m tel que :

m ≥ max{
(

2sβ

ε

) 1
(1−α)

,
2

ε
log

1

ε
} (A.13)

H est polynomial en s et 1
ε .

Etant donné un nombre m d’exemples satisfaisant la condition dans l’équation
2.4. Dénotons par r le nombre d’hypothèses dans H et supposons que la fonction cible
f ∈ H. La probabilité que l’hypothèse finale h satisfait la condition erreur(h) ≥ ε

(h est une hypothèse fausse) est plus petite que (1− ε)mr.

Définition A.10. La taille du plus petit échantillon d’exemples qui satisfait la
condition dans l’équation 2.4, est appelé la complexité de l’échantillon de l’algo-
rithme d’apprentissage qui agit sur H.

Selon la définition 2.2 si l’on pose α = 0, alors l’on obtient une longueur de
l’échantillon de données égale à sβ . Selon la définition 2.4, ceci est équivaut à la
complexité de l’échantillon d’exemples m. H est polynomial en s (théorème 2.3),
alors l’algorithme d’apprentissage issu de l’échantillon d’exemples sβ avec est poly-
nomial et PAC-apprenable.
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A.3.3 Le compromis Biais-Variance

Etudions les considérations suivantes, de la structure de l’espace des hypothèses
H : nous avons un espace d’hypothèse qui est trop restreint ou pauvre, il est alors
possible dans ce cas que l’hypothèse optimale, dite aussi hypothèse vraie, est absente.
Même si nous disposons d’une quantité d’exemples infinie pour induire l’hypothèse
vraie, nous finirons avec un apprentissage biaisé. Car, nous chercherons à approcher
une hypothèse autre que l’hypothèse vraie.

Considérons maintenant, un espace d’hypothèses infini où l’on dispose de toutes
les hypothèses possibles, nous aurions certes plus de chance d’approcher l’hypothèse
vraie. Cependant, nous avons en notre possession un nombre fini d’exemples pour
l’apprentissage. Nous avons dans ce cas, plus de chance d’avoir plusieurs hypothèses
qui correspondent à notre jeu d’exemples et donc moins de chance de sélectionner
la bonne hypothèse. Des petits changement dans le jeu de données peuvent changer
les propriétés fondamentales du modèle d’apprentissage résultant en une grande
variance dans la procédure d’apprentissage (appliquer le modèle sur différents jeux
d’exemples qui sont générés par l’hypothèse vraie peut donner différents modèles).
On dit de ce modèle qu’il a une forte variance ou qu’il est en sur apprentissage.

Ce compromis entre la variance est le biais conditionnera le choix de la taille
de notre espace d’hypothèses qui doit permettre de mettre en ouvre un ensemble
d’algorithmes d’apprentissage d’une complexité raisonnable.

Figure A.4 – Schématisation du compromis entre la variance et le bias.

Dans beaucoup de cas, nous préférons un modèle simple que l’on optimise, ou
affine, à un modèle complexe qui peut nous induire en erreur avec l’arrivée de nou-
veaux exemples. Nous appelons aussi le biais, erreur d’approximation. Erreur liée à
l’utilisation d’un espace d’hypothèse plutôt que l’espace réel des hypothèses. Nous
appelons aussi variance, erreur d’estimation. Erreur liée au fait de trouver une hypo-
thèse qui n’est pas optimale. L’erreur d’approximation est difficilement mesurables
vu que l’on connait pas l’espace réel. Par contre, avec l’espace d’hypothèse nous
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pouvons mesurer l’erreur d’estimation appelée aussi risque empirique.



Annexe B

Réseaux bayésiens pour la
modélisation des textes

B.1 Les réseaux bayésiens
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Figure B.1 – Les quatre cas possibles du chemin à deux arcs relient X à Y passant
par Z : (a) Effet causal indirect ; (b) Effet probable indirect ; (c) Cause commune ;
(d) Effet commun

L’espace de travail des modèles graphiques probabiliste offre essentiellement deux
interfaces, qui sont : les réseaux bayésiens et les modèles de Markov cachés. Le
réseau bayésien (définition B.1) fournira une structure de données qui permettra de
représenter de façon compacte et factorisée une distribution jointe complexe avec
des observations a priori indépendantes conditionnellement.

Définition B.1. Un réseau bayésien est une structure en graphe orienté acyclique
G qui modélise les relations directes ou indirectes entre plusieurs variables aléatoires
X = X1, ..., Xn représentées par des noeuds.

Définition B.2. Un réseau bayésien G encode les indépendances conditionnelles,
appelées aussi indépendance locale en déclarant que chaque noeud Xi est condition-
nellement indépendant de ces non-descendants étant donné ses parents (Pa).

∀ Xi : (Xi) ⊥ (NonDescendantsXi |PaGXi) (B.1)

Les dépendances et les indépendances représentées sont des propriétés majeures
des distributions jointes et sont indispensables lors du traitement des requêtes : ils
réduisent d’une manière considérable le coût du calcul de l’inférence et aide la com-
préhension du comportement de la distribution. Pour ces raisons, il est important
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que notre représentation rende ces propriétés visibles afin que l’expert humain et
les algorithmes puissent manipuler la structure des données des réseaux bayésiens.
Quatre structures dans le réseau bayésien sont à étudier, ils sont illustrés dans la
figure B.1. Dans les quatre cas X, Y sont connectés à travers Z. Les deux figures
(a) et (b) représentent une chaine causale (dans les deux directions, la troisième
figure (c) une cause commune et la quatrième figure (d) un effet commun. Quand
l’influence de X sur la variable Y passe par Z, l’on dit que le chemin X 
 Z 
 Y

est actif. L’influence de X sur Y dans les chemins dans les quatre figures de l’illustra-
tion B.1 est active dans les cas suivants : (i) le chemin causal X → Z → Y , illustré
dans la figure (a), B.1 est actif ssi la variable Z n’est pas observée. (ii) Le chemin
probable X ← Z ← Y , illustré dans la figure (b), B.1 est actif ssi la variable Z n’est
pas observée. (iii) Le chemin X ← Z → Y , dit de cause commune, illustré dans la
figure (c), est actif ssi la variable Z n’est pas observée. (iv) Le chemin W → Z ←,
dit d’effet commun, illustré dans la figure (d), est actif ssi la variable Z ou une de
ses descendantes sont observées. Cette structure est appelée aussi structure en V.

B.1.1 Raisonnement bayésien

Nous appelons raisonnement bayésien toute approche basée sur la règle de Bayes
décrite comme suit :

p(θθθ|D) =
p(D|θθθ) · p(θθθ)

p(D)
(B.2)

Les données que l’on observe dans notre expérience sont annoté par D, le pa-
ramètre θ est une variable aléatoire qui est responsable de la séquence des données
D observée. Nous noterons en gras θθθ pour désigner le vecteur des paramètres. Pour
faciliter l’approche de l’équation 3.1 nous la réécrivons en terme de proportionnalité,
p(D) étant la marginal de vraisemblance et pour simplifier les étapes de dérivation
de l’a posteriori p(θθθ|D) nous l’enlevons et la rajoutons comme une constante de
normalisation une fois que la dérivation de l’a posteriori est terminée.

Probabilité a posteriori ∝ Vraisemblance ·Probabilité a priori (B.3)

Dans l’équation 3.2 nous avons un modèle qui décrit notre expérience et qui est
codé dans la Vraisemblance, par exemple dans l’expérience de lancée d’une pièce
notre modèle sera une distribution de Bernoulli. Nous avons aussi une connaissance
acquise au paravent qu’elle soit du domaine où se déroulera notre expérience ou
juste une intuition, ceci est codé dans Probabilité a priori. Au fur et à mesure
que nous voyons de nouvelles données dans le déroulement de notre expérience, nous
inférons de nouvelles connaissances, ceci est codé dans la Probabilité a posteriori.
Les nouvelles connaissances inférées au déroulement de l’expérience deviennent des
connaissances a priori et ainsi de suite jusqu’à la convergence à l’aide des algo-
rithmes d’approximation de l’inférence comme l’algorithme de Gibbs ou encore des
méthodes d’approximation variationnelles (voir sous-section B.1.1). Avec ce type de
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raisonnement nous avons donc deux tâches essentielles : la première est celle de l’es-
timation de paramètre responsable de l’ensemble des données que nous observons
et la deuxième est celle de l’inférence de l’a posteriori.

La procédure d’apprentissage bayésien se déroule sur trois étapes, ces étapes
présentées d’une manière très générale dans ce qui suit sont applicables à tout type
d’apprentissage. Selon sur quoi nous travaillons, notre modèle probabiliste sera dif-
férent et les algorithmes qui y sont appliqués seront différents aussi. La procédure
de l’apprentissage bayésien permet de mettre à jour des croyances/probabilités sur
un ensemble de paramètres qui est responsable des données D que nous observons.

La procédure de l’apprentissage bayésien

Etape 1

Soit n la séquence d’observation, x1:n = {x1, x2, ...., xn}, écrire dans un premier
temps l’expression relative à la vraisemblance

p(x1:n|θ)

Dans cette étape nous spécifions un modèle, les modèles différent d’une application
à une autre. Par exemple dans le cas d’une simulation de lancée de pièces notre
modèle sera une distribution de Bernoulli, il est spécifier de la manière suivante

p(x1:n|θ) = θm(1− θ)n−m

Etape 2

Spécifier un a priori :
p(θ)

Dans cette étape nous codons avec une distribution a priori nos croyances et l’en-
semble des connaissances que nous avons sur le domaine de l’expérience. Dans notre
exemple de lancée de pièce notre distribution a priori sera une distribution Beta.
Nous spécifions la distribution de Beta dans la sous section 4.2.

Etape 3

Calculer l’a posteriori :

p(θ|x1:n) =
p(x1:n|θ)
p(x1:n)

=
1

const
p(x1:n|θ)p(θ)

p(θ|x1:n) ∝ p(x1:n|θ)p(θ)

Dans cette étape nous calculons la distribution a posteriori qui est une multiplication
de l’a priori et de la vraisemblance avec une normalisation de la marginale de
la vraisemblance. Cette multiplication et le coeur du raisonnement bayésien, où
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l’on met à jour constamment nos croyances et connaissances en ayant de nouvelle
observation. L’a posteriori devient un a priori et ainsi de suite.

À noter la différence avec l’approche fréquentiste qui considère qu’il y’ a une seule
et unique valeur vraie du paramètre θ et que les données sont des variables aléatoires.
L’approche bayésienne considère le paramètre θ comme une variable aléatoire sur
laquelle on met une distribution a priori et que les données sont des observations
qui vont modifier cette distribution a priori en la multiplions au modèle que nous
avons spécifié.

Spécification de l’apriori

Dans le cas de l’expérience de lancé de pièce notre modèle codé dans la vrai-
semblance est simple, nous savons que nous variables sont indépendantes mais avec
d’autres modèle comme celui de l’allocation latente de Dirichlet le modèle et les
connaissances a priori prennent rapidement en complexité, l’utilisation des réseaux
bayésiens, l’un des modèles graphiques probabiliste avec les chaine de Markov, de-
vient incontournable.

Nous supposons que Xi ∼ Bern(θ), alors Xi ∈ {0, 1}. La vraisemblance de la
distribution de Bernoulli s’écrit sous la forme suivante

p(D|θ) = θN1(1− θ)N0

où D est la notation de l’ensemble des données qui est synonyme à la notation
x1:N et N1, N0 correspondent à la somme des variables indicatrices I. Nous avons
N1 =

∑N
i=1 I(xi = 1) faces et N0 =

∑N
i=1 I(xi = 0) piles. Notons aussi que 0 ≤

θ ≤ 1. θ est la probabilité que X = 1 et 1 − θ est la probabilité que X = 0. Dans
l’interprétation bayésienne les probabilités sont vues comme des degrés de croyance.
On appel cela avoir un a priori subjectif. La distribution de probabilité beta nous
permet d’encoder notre degré de croyance a priori sur la valeur que peut prendre
θ. La densité de probabilité de l’a priori beta est schématisé dans la figure 1, elle
s’écrit sous la forme suivante :

Beta(θ|α1, α2) =
1

B(α1, α2)
θα1−1(1− θ)α2−1 (B.4)

La formule d’inversion de Thomas Bayes, que nous avons écris dans l’équation
(1.2) en terme de proportionnalité, permet de mettre à jour les croyances/probabili-
tés sur notre paramètre θ en présence des observations représentées par nos données
D. Une nouvelle information est alors obtenue sur θ. Celle-ci peut être utilisée pour
mettre à jour notre croyance en une nouvelle valeur de θ et ainsi de suite.

Ce principe est utilisé dans l’inférence dans les réseaux bayésiens et il est établi
en multipliant la vraisemblance de Bernoulli par l’a priori beta. Quand l’a pos-
teriori a la même forme que l’a priori nous disons que l’a priori est conjugué à
la vraisemblance. Cette notion est beaucoup utilisé dans la littérature des algo-
rithmes d’apprentissage automatique (Machine Learning algorithms). L’application
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Figure B.2 – Densité de probabilité de l’a prioi beta

du principe de l’équation (1.2) avec un a priori de type beta et une vraisemblance
de Bernoulli est écrit dans ce qui suit.

p(θ|D) ∝ p(D|θ)p(θ)
∝ [θN1(1− θ)N2 ]︸ ︷︷ ︸

Bernoulli

[θα1−1(1− θ)α2−1]︸ ︷︷ ︸
Beta

= θN1+α1−1(1− θ)N2+α2−1

∝ Beta(θ|N1 + α1, N2 + α2)

Pour une modélisation probabiliste du texte, où chaque document, relatif à un
une portion de texte, est un vecteur de variables binaires qui sont à leur tour relatives
aux mots dans le document, il nous faut une généralisation de la distribution beta
et de la distribution de Bernoulli pour décrire un ensemble de variables binaires et
non plus une seule variable binaire. La généralisation de la distribution bêta est ce
que l’on appelle une distribution de Dirichlet et la généralisation de la distribution
de Bernoulli c’est la multinomial de cette dernière.

Généralisation au cas multinomial

La version multinomial de Bernoulli (Categorical distribution) est une instance
de la distribution multinomial. Etant donné n instances de x tel que, x1:n =

{x1, x2, ..., xn}. Chaque xi est relatif à une instance unique composée de K valeurs.
Par exemple si K = 3 alors les vecteurs possibles sont (100), (010) et (001).

xi =





1 100

2 010

3 001

La vraisemblance des données est

p(xi|θ) =

K∏

j=1

θI
(xij=1)

j
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p(x1:n|θ) =
n∏

i=1

K∏

j=1

θI
(xij=1)

j (B.5)

Par exemple pour i = 3 nous avons xi=3 = 001 où xi=3,j=1 = 0, xi=3,j=2 =

0 et xi=3,j=3 = 1 alors P (xi=3|θ) = θ01 · θ02 · θ13 = θ3.
Notons que P (xi=1|θ) = θ1, P (xi=2|θ) = θ2, P (xi=3|θ) = θ3 et que θ1+θ2+θ3 = 1

Méthodes variationnelles d’approximation

Les méthodes variationnelles d’approximation sont utilisées pour simplifier toute
sorte de calculs. L’idée de base consiste à proposer une version réduite du problème
original, suffisamment simple pour être utilisé mais ressemblant le plus possible
au problème original. Le problème réduit est décrit à l’aide de paramètres varia-
tionnels λ qu’on ajuste pour minimiser une fonction de distance D entre le pro-
blème d’origine et le problème réduit, souvent en résolvant le système d’équations
∂D
∂λ = 0. Dans de nombreux cas, il est possible d’obtenir des bornes inférieures et
supérieurs strictes. Les méthodes variationnelles sont utilisées depuis longtemps en
statistiques [Rustagi 1976]. En physique statistique, la méthode du champ moyen est
une approximation variationnelle particulière dans laquelle les variables individuelles
qui constituent le modèle sont supposées complètement indépendantes. Saul et al.
[Saul 1996] ont développé des fondements mathématiques de l’application de mé-
thodes variationnelles aux réseaux bayésiens et obtenu des approximations exactes
des bornes inférieurs pour les réseaux sigmoïdes en utilisant la méthode du champ
moyen. Jaakkola et Jordan [Jaakkola 1999] ont étendu la méthodologie pour obtenir
aussi bien des bornes inférieurs que supérieurs. Depuis la publication de ces premiers
articles, les méthodes variationnelles furent appliquées à de nombreuse familles de
modèles, à titre d’exemple nous citons l’excellente thèse [Beal 2003] de Matthew J.
Beal sur les algorithmes variationnelles pour l’approximation de l’inférence bayé-
sienne. Dans le cadre de notre travail, ces méthodes facilitent l’approximation de
l’inférence des paramètres des modèles probabilistes complexes comme c’est le cas
avec l’allocation latente de Dirichlet. Ces méthodes offrent une alternative détermi-
niste et plus rapide comparé aux méthodes de Monte Carlo, dans cette note nous
visions à présenter plus précisément une alternative à l’échantillonnage de Gibbs, la
méthode de chaine de Markov Monte Carlo la plus utilisée pour l’approximation des
paramètres de l’allocation latente de Dirichlet vu sa simplicité d’exécution. Notons
que nous les méthodes variationelles d’approximation sont utiles pour l’approche fré-
quentiste de l’inférence basée sur la maximisation de la vraisemblance comme pour
l’approche bayésienne pour l’inférence. Dans cette note nous allons nous intéresser
seulement à l’application de ces méthodes pour l’approche bayésienne.

La méthode de Bayes variationnelle

La méthode de Bayes variationelle fait partie des méthodes d’inférence appro-
chées qui, comme la simulation stochastique par Chaîne de Monte-Carlo (méthodes
MCMC), offre la possibilité d’économiser le temps de calcul par rapport à des
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méthodes d’inférence exactes. Les méthodes d’inférence approchées sont utilisées
lorsque la dimension du réseau bayésien augmente, ou lorsque les tables de pro-
babilités conditionnelles ne sont pas exactes. Malgré que les méthode MCMC sont
les plus utilisé et plus particulièrement l’algorithme de l’échantillonneur de Gibbs,
les méthodes variationnelles sont plus rapide et ont l’avantage d’être peu complexe.
Nous détaillons dans ce qui suit la méthode de Bayes variationelle dans le cas de
l’inférence bayésienne.

Définition B.3 (Divergence de KL). Solomon Kullback et Richard Leibler, deux
cryptanalystes américains sont à l’origine de l’information dite de Kullback-Leibler,
une quantité fondamentale qui puise ses ressources dans le concept de l’entropie de
Boltzmann . La divergence de KL est une mesure asymétrique de l’éloignement de
deux distributions. Elle évalue le nombre de nats (ou de bits si le log est en base
2) supplémentaires pour encoder des données provenant de Q en utilisant un code
optimisé pour encoder des données provenant de P. La divergence de KL est définie
comme suit :

dKL(Q||P) =
∑

Q(θθθ) log
Q(θθθ)

P(θθθ|XXX)
(B.6)

Dans le cas de l’inférence variationelle, Q(θθθ) est la forme simplifiée de la distribu-
tion aposteriori vraie P(θθθ|XXX). L’inférence est appliquer sur la distribution Q(θθθ) qui
minimise dKL(Q||P). Cette méthode est conceptuelement similaire à l’algorithme de
la maximisation de l’espérance.

L’inférence bayésienne est basée sur le calcul de la fonction de densité de l’a
posteriori. Prenons le modèle bayésien générique. Soit 0 ≤XXX ≤ 1 et 0 ≤ θθθ ≤ 1 deux
distributions de probabilités représentées par un vecteur aléatoire continu.

p(θθθ|XXX) =
p(XXX,θθθ)

p(XXX)

Puisque nous travaillerons dans le cas continu nous utiliserons des intégrales.
Soit q une fonction de densité de probabilité définie sur l’espace probabilisé Θ. Les
méthodes variationelles sont utilisées pour approcher les intégrales nécessaires pour
l’inférence bayésienne, pour cela nous appliquons dans ce qui suit une inégalité en
introduisant la distribution approchée q. Nous commençons d’abord par appliquer
les étapes de l’approche du maximum de vraisemblance en calculer le logarithme de
la vraisemblance, ensuite la mise en équation de la différentielle en θ.

Le logarithme de l’intégration de la vraisemblance avec le paramètre θ est le
suivant :
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log p(XXX) = log p(XXX)

∫
q(θθθ) =

∫
q(θθθ) log p(XXX)dθθθ (B.7)

=

∫
q(θθθ) log

{
p(XXX,θθθ)/q(θθθ)

p(θθθ|XXX)/q(θθθ)

}
dθθθ (B.8)

=

∫
q(θθθ) log

{
p(XXX,θθθ)

q(θθθ)

}
dθθθ +

∫
q(θθθ) log

{
q(θθθ

p(θθθ|XXX)

}
dθθθ (B.9)

≥
∫
q(θθθ) log

{
p(XXX,θθθ)

q(θθθ)

}
dθθθ (B.10)

L’inégalité dans (4) est due au fait que

∫
q(θθθ) log

{
q(θθθ)

p(θθθ|XXX)

}
dθθθ ≥ 0 (B.11)

Et ce pour toutes les densités q, si et seulement si q(θθθ) = p(θθθ|XXX) L’intégrale dans
(5) est connu sous le nom de la divergence de Kullback-Leiber [Kullback 1951] entre
q et p(·|XXX)(voir Définition 1 dans le cas discret). À partir de (4), il s’ensuit que

p(XXX) ≥ p_(XXX; q),

où p_(XXX; q) est la borne inférieure dépendante de q et qui est donnée par l’intégration
de la vraisemblance en θθθ.

p_(XXX; q) ≡ exp
∫
q(θθθ) log

{
p(XXX,θθθ)

q(θθθ)

}
dθθθ (B.12)

L’intérêt de la transformation de densité de l’approche variationelle est l’approxi-
mation de la fonction de densité de l’a posteriori p(θθθ|XXX) avec une autre fonction
de densité q(θθθ) définie sur Θ et pour laquelle la borne inférieure p_(XXX; q) est plus
facile à calculer que p(XXX). En effet en réduisant la fonction de densité de probabilité
q à une classe de densité plus réduite en terme de nombre d’opérations de calcul,
et puis en maximisant la borne inférieure p_(XXX; q) sur cette classe de densités nous
réduisant la complexité de calcul. Selon (4), maximiser p_(XXX; q) revient à minimiser
la divergence de Kullback-Leibler entre q et p(·|XXX).

Pour restreindre la densité q nous la mettons en facteurs du vecteur des para-
mètres {θ1, ..., θM}. La factorisation nous donne

∏M
i=1 qi(θi). Cette restriction est

non paramétriques est elle est issue de la physique statistique connue sous le nom
de la méthode du champ moyen. En informatique cette restriction sous la forme
de produit ou de factorisation est connue sous le nom de méthode de Bayes varia-
tionelle. Pour l’inférence sur des données spatiales cette méthode a été comparé à
l’échantillonneur de Gibbs est elle s’est vérifié plus rapide dans [Ren 2011]. Les au-
teurs de ce travail [de Freitas 2013] ont présenté une version amélioré des méthodes
MCMC est présenté ici grâce à une combinaison avec les méthodes variationelles.



B.2. Code de l’implémentation de l’allocation latente de Dirichlet 165

Figure B.3 – Modèle graphique probabiliste pour l’exemple de l’inférence des pa-
ramètres de la distribution gaussienne avec l’application de la méthode de de Bayes
Variationelle. Le modèle est graphe orienté de produits.

B.2 Code de l’implémentation de l’allocation latente de
Dirichlet

import numpy
import operator
from operator import itemgetter
import codecs

class MCPTM:
"""
Initiate the first matrices for the computation of the inference
"""
def __init__(self):

#In case of french and arabic use the codecs to read or open the file
f = codecs.open("docs1_notParallel.txt", "r", encoding = "utf -8")
#f = open(" testar.txt")
self.alpha = 25
self.beta = 0.01
self.Vocabdict = dict()
fline = f.readlines ()
#Liste temporaire pour lire le fichier
self.tem = []
#Liste pour identifier tous les mots
self.words = []
# a list of list that contains the documents of the corpus
self.corpus =[]
# 1. Reading the file formated as following :
# The first line is the number of
# documents and the i line represents a documents with a set of words.
self.vocab = []
k = 0

# Number of times word w_i was related with topic z
self.n_w_i_j = []
#The number of times all other words are related with topic z
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self.sum_n_i_j = []
#Number of times topic z is related to document d
self.n_z_d = []
#Number of times all other topics are related with document d
self.sum_n_z_d = []

for l in fline:
self.tem.append(l)
# Number of topics

self.K = 50
#Number of major topics
self.nbMTP = 10

self.m = 0
# Number of documents
self.m = int(self.tem [0]. split ()[0])

for i in range(1,self.m+1):
doc = self.tem[i]. split()
self.corpus.append(doc)

for j in range(0,len(doc )):
self.words.append(doc[j])

# Total number of words
self.N = len(self.words)
print self.N
#Extract the unique set of words
self.vocab = set(self.words)
# Number of words in the vocabulary
self.V = len(self.vocab)
print self.V
# topics of words of documents , markov chain

self.z_m_n = []
# word count of each document and topic
self.n_m_z = numpy.zeros ((self.m, self.K))
# word count of each topic and vocabulary
self.n_z_t = numpy.zeros ((self.K, self.V))
# Sum of each element of the topic count in document
#matrix after each iteration of the Gibbs sampling
self.sum_n_m_z = numpy.zeros ((self.m, self.K))
# Sum of each element of the word count in topic matrix after
# each iteraction of the Gibbs sampling
self.sum_n_z_t = numpy.zeros ((self.K, self.V))
# word count of each topic
self.n_z = numpy.zeros(self.K)
# Topic distribution in the documents.
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self.phi = numpy.zeros ((self.m, self.K))
# Word distribution in the topic.
self.theta = numpy.zeros ((self.K, self.V))
# A tuple that reprsents a document with a the
# sorted probability for each topic
self.MTP_matrix = numpy.zeros((self.m,self.nbMTP ))

for i in self.vocab:
self.Vocabdict [’’+i] = k
k = k + 1

for i in range(0,self.m):

z_n = []
for t in self.corpus[i]:

z = numpy.random.randint(0, self.K)
z_n.append(z)
self.n_m_z[i, z] += 1
self.n_z_t[z, self.Vocabdict[t]] += 1
self.n_z[z] += 1

self.z_m_n.append(numpy.array(z_n))

#z_m_n is the assignments of the topics for each word
# in the corpus (in each documents)

def inference(self):

for i in range(0,self.m):

z_n = self.z_m_n[i]

n_m_z = self.n_m_z[i]

for n,t in enumerate(self.corpus[i]):

# discount for n-th word t with topic z
z = z_n[n]
#print "the old z %d" %z
n_m_z[z] -= 1
self.n_z_t[z, self.Vocabdict[t]] -= 1
self.n_z[z] -= 1

# sampling topic new_z for t
# Number of times word w_i was related with topic z
self.n_w_i_j = self.n_z_t[:, self.Vocabdict[t]]



168 Annexe B. Réseaux bayésiens pour la modélisation des textes

#The number of times all other words are related with topic z
self.sum_n_i_j = (self.n_z_t.sum(axis =1) - self.n_w_i_j)
#Number of times topic z is related to document d
self.n_z_d = self.n_m_z[i,:]
#Number of times all other topics are related with document d
self.sum_n_z_d = (sum(self.n_z_d) - self.n_z_d)

#Compute the posterior distribution for new assignments

p_z = ((self.n_w_i_j + self.beta) * (self.n_z_d + self.alpha ))
/ ((self.sum_n_i_j + (self.V*self.beta ))*( self.sum_n_z_d +(self.K*self.alpha )))

#Simulating a multinomial variable for a new topic.

new_z = numpy.random.multinomial (1,p_z/p_z.sum ()). argmax ()

# set z the new topic and increment counters
z_n[n] = new_z
n_m_z[new_z] += 1
self.n_z_t[new_z , self.Vocabdict[t]] += 1
self.n_z[new_z] += 1

self.z_m_n[i] = z_n

print self.n_z_t
#print self.n_m_z

self.sum_n_z_t =+self.n_z_t
self.sum_n_m_z =+self.n_m_z

# Distribution of the words in each topic. Bayesian estimator.
def w_t_distribution (self , nbIteration ):

for l in range(0,self.K):
print "assigning words probabilities to topic ", l
for w in range(0,self.V):

self.theta[l][w] = (self.sum_n_z_t[l][w] + self.beta)
/(sum(self.sum_n_z_t[l ,:])+( self.V*self.beta))

self.w_d_tuples_output(nbIteration)
return self.theta

def w_d_tuples_output (self , nbIteration ):

for l in range(0,self.K):

with open("model_1/theta"+str(nbIteration )+".txt", "a") as myfile:
myfile.write("topic %d "%l+"\n")
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w_d_tuple = sorted ([(t,self.theta[l][self.Vocabdict[t]])
for t in self.vocab], key = itemgetter (1), reverse=True)

w_d_tuple20 = [w_d_tuple[tup] for tup in range (0 ,19)]
with open("model_1/theta"+str(nbIteration )+".txt", "a") as myfile:

myfile.write((str(w_d_tuple20)
.decode(’unicode_escape ’)). encode(’utf -8’)+"\n")

#Output of the distribution of the words in the documents
def w_t_distribution_output(self):

temp_theta = self.theta

for l in range(0,self.K):
with open("theta.txt", "a") as myfile:

myfile.write("topic %d "%l+"\n")
for t in self.vocab:

with open("theta.txt", "a") as myfile:
myfile.write(t+" "+

str(self.theta[l][self.Vocabdict[t]])+"\n")

#Distribution of the topics in each document. Bayesian estimator.
def t_d_distribution (self , nbIteration ):

for i in range(0,self.m):
print "assigning topics probabilities to document ", i
for l in range(0, self.K):

self.phi[i][l] = (self.sum_n_m_z[i][l] + self.alpha)
/(sum(self.sum_n_m_z[i ,:])+( self.K*self.alpha))

self.t_d_tuples_output(nbIteration)
return self.phi

def t_d_tuples_output(self , nbIteration ):
temp_phi = self.phi

for i in range(0, self.m):
with open("model_1/phi"+str(nbIteration )+".txt", "a") as myfile:

myfile.write("document %d "%i+"\n")
t_d_tuple = sorted ([(l, self.phi[i][l])

for l in range(0,self.K)],
key = itemgetter (1), reverse=True)

# Extract the major topics of a documents and put it in a matrix
map_tuple = map(operator.itemgetter (0), t_d_tuple)
for k in range(0,self.nbMTP ):

self.MTP_matrix[i][k] = map_tuple[k]
with open("model_1/phi"+str(nbIteration )+".txt", "a") as myfile:

myfile.write(str(t_d_tuple )+"\n")
print self.MTP_matrix
return self.MTP_matrix
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def multi_relation_data_file (self ,nbIteration ):
with open("pretopologyModel/multirelation"+

str(nbIteration )+".txt", "a") as myfile:
myfile.write(str(self.K)+"\n")
myfile.write(’ ’.join(map(str ,[i for i in range(0,self.m)]))+"\n")
for l in range(0,self.K):

for i in range(0,self.m):
basicN = self.basic_neighberhood(i,l)
if basicN == []:

with open("pretopologyModel/multirelation"+
str(nbIteration )+".txt", "a") as myfile:
myfile.write(str(i)+"\n")

else:
with open("pretopologyModel/multirelation"+

str(nbIteration )+".txt", "a") as myfile:
myfile.write(’ ’.join(map(str ,basicN ))+"\n")

#Function to compute the basic neighberhood of documents based on the MTP.

def basic_neighberhood (self ,doc ,topic):
basicN = []
for i in range(0,self.m):

if i!=doc:
if topic in self.MTP_matrix[doc ][:]
and topic in self.MTP_matrix[i][:]:

basicN.append(i)
return basicN

def lda_learning (self , iteration ):
for i in range(iteration ):

print "iteration number ", i
self.inference ()
self.w_t_distribution(i)
self.t_d_distribution(i)
self.multi_relation_data_file(i)

def main ():

mcptm = MCPTM ()
mcptm.lda_learning (10)

if __name__ == "__main__":
main()
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Classification du texte numérique et numérisé. Approche basée sur
les algorithmes d’apprentissage automatique.

Résumé : Différentes disciplines des sciences humaines telles la philologie ou
la paléographie font face à des tâches complexes, fastidieuses et consommatrices
en temps pour l’examen des sources de données. La proposition d’approches
computationnelles en humanités permet d’adresser les problématiques rencontrées
telles que la lecture, l’analyse et l’archivage de façon systématique. Les modèles
conceptuels élaborés reposent sur des algorithmes et ces derniers donnent lieu à des
implémentations informatiques qui automatisent ces tâches fastidieuses.
La première partie de la thèse vise d’une part, à établir la structuration thématique
d’un corpus, en construisant des espaces sémantiques de grande dimension, ou
encore à proposer le suivi des thèmes. D’autre part, le suivi dynamique des
thématiques constitue un réel défi scientifique, notamment en raison du passage à
l’échelle. Une contribution de cette thèse concerne la distribution de ces calculs sur
une grille d’ordinateurs, avec des outils tels que Spark, Hadoop et MapReduce.
La seconde partie de la thèse traite de manière holistique la page d’un document
numérisé sans aucune intervention préalable. Le but est d’apprendre automati-
quement des représentations du trait de l’écriture ou du tracé d’un certain script
(langue écrite) par rapport au tracé d’un autre script. Il faut dans ce cadre tenir
compte de l’environnement où se trouve le tracé : image, artefact, bruits dus à la
détérioration de la qualité du papier, etc. Notre approche propose un empilement de
réseaux de neurones auto-encodeurs afin de fournir une représentation alternative
des données reçues en entrée. Les résultats obtenus avec les représentations apprises
par les réseaux de neurones sont comparables à ceux fabriqués par des experts.
De plus, nous proposons un retour d’expériences autour de l’initialisation des
paramètres d’apprentissage en vue de pistes d’améliorations futures.
Les contributions de ce travail concernent la conception d’algorithmes pour la
classification des textes numériques et numérisés. La classification des textes
numériques est opérée à l’aide d’un modèle basé sur des espaces sémantiques
quant à la classification des textes numérisée, elle s’appuie sur le développement
d’architectures de réseaux de neurones.

Mots clés :Modèle graphique probabiliste, systèmes d’apprentissage, recherche
d’information, Apprentissage automatique, apprentissage automatique des caracté-
ristiques, réseaux de neurones.


