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Résumé en français

Nous vivons à l'ère du Big Data. Internet et les réseaux sociaux sont omniprésents dans
nos vies numériques et rendent accessible une quantité énorme de données. L'accès à
l'image était souvent limité aux albums photo de famille il y a encore quelques décennies.
Maintenant, nous avons accès à des millions de photos en quelques clics. Ceci rend la
vision et la compréhension de l'image par l'ordinateur d'autant plus important pour
gérer et analyser ces grandes collections d'images.

La vision par ordinateur se dé�nit comme l'art d'enseigner aux ordinateurs com-
ment voir. Les images sont traduites en des formes mathématiques sur lesquelles des
opérations numériques sont appliquées. La vision par ordinateur utilise les avancées
de beaucoup de domaines comme l'apprentissage automatique, le traitement du signal,
les mathématiques appliquées et la géométrie. Les problèmes types en vision par or-
dinateur sont par exemple la classi�cation d'images/vidéos, la recherche d'images, la
génération d'images, la détection d'objet, la reconstruction 3D et plein d'autres encore.
Plus récemment, la vision par ordinateur est capitale dans les voitures autonomes.

Cette thèse traite principalement du problème de la recherche d'image. Dans un
scénario type, on nous donne une image requête qui contient un objet important pour
l'utilisateur. Cet objet peut-être n'importe quoi, un bâtiment ou lieu connu, un objet du
quotidien... Le but est de retrouver des images contenant la même instance de l'objet
d'intérêt dans une grande collection contenant des millions d'images. Ce problème
n'est pas de la classi�cation d'image ou de la détection d'objet car on recherche la
même instance. En classi�cation ou en détection d'objet, le but est de décider si
les objets présents dans l'image appartiennent à des catégories génériques telles que
`voiture', `bâtiments', `chats' etc. Notre problème est plus spéci�que. Si un utilisateur
soumet une photo d'un lieu particulier, nous devons retrouver ce même lieu, et non pas
n'importe quel bâtiment. Par conséquent, il n'est pas possible d'entrainer un classi�eur
pour cet objet requête particulier, le nombre d'objets d'intérêt étant virtuellement in�ni.

iii
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Les Dé�s de la Recherche d'Images

Un des problèmes clés en vision par ordinateur est la représentation du contenu vi-
suel. Un grand travail de recherche a été fait dans ce contexte, allant du design `mai-
son' des descripteurs SIFT [Low04] aux récents descripteurs basés CNN (réseau de
neurones convolutionnels) [KSH12, SZ14]. La représentation visuelle reste un prob-
lème aussi en recherche d'image, car l'objet d'intérêt est présent dans les images avec
beaucoup de variations concernant sa taille, son illumination, les occlusions, etc. De
plus, la recherche d'image doit être e�cace. Cette contrainte est cruciale en pratique.
L'utilisateur doit retrouver des contenus pertinents sans trop attendre.

E�cacité

Grâce à la représentation du contenu visuel, la recherche d'images se réduit à la
recherche des plus proches voisins dans un espace a�ne à grande dimension. On mesure
la similarité par une métrique comme la similarité cosinus ou la distance Euclidienne
entre le vecteur requête et les vecteurs de la collection. Les ordinateurs actuels sont très
rapides pour e�ectuer ce genre de calcul, mais les descripteurs ont une grande dimen-
sion et le nombre de similarité à calculer est aussi grand que la taille de la collection.
Ce problème est donc délicat quand on manipule de très grande collection d'images.
En plus de la complexité de la recherche, il ne faut pas oublier l'espace mémoire pour
stocker tous les vecteurs de la collection. L'indéxation est une solution connue qui évite
la comparaison exhaustive entre le vecteur requête et tous les vecteurs de la base. Par
exemple, on peut partitionner l'espace en régions et ne chercher que dans les regions
proches de la requête. Cependant, ces approaches perdent de leur e�cacité en grande
dimension.

Représentation Visuelle

Beaucoup de système traditionnels décrivent une image par un ensemble de descrip-
teurs locaux, tels que les SIFT [Low04]. Cependant, cela ne constitue pas une solution
e�cace car la complexité et la mémoire croit de plusieurs facteurs avec le nombre
d'images. Des travaux ont proposé des stratégies de regroupement pour agréger un en-
semble de descripteurs locaux en un seul descripteur global [SZ03, SPMV13, JPD+ 12].
Plus récemment, les descripteurs basés CNN ont atteint des performances état de l'art
dans de nombreux benchmarks en recherche d'images [RTC16, GARL16b]. Cependant,
les instances d'objet sous de sévères variations (objet de petite taille dans l'image, ob-
jet occulté, objet noyé dans l'arrière plan, objet pris par un angle de vue di�érent)
demeurent un problème. Une approche est l'expansion de requête (�query expansion�).
L'idée est de faire une première recherche avec l'image requête, pour obtenir les plus
proches voisins ; puis, de rechercher en prenant ces plus proches voisins comme requête.
Cela aide à retrouver des images contenant l'objet d'intérêt mais sous des variations
plus sévères.
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Contenu de la Thèse

Cette thèse apporte des solutions aux dé�s présentés dans la Section . Ces solutions
s'appuient sur une représentation continue d'un ensemble de vecteurs.

Vecteur Mémoire pour l'Indéxation

Ce chapitre se rapporte à la recherche de vecteurs similaires à un vecteur requête
dans une grande collection. De nombreux travaux étudient comment le �éau de la
dimension (la taille des vecteurs) rend les techniques d'indéxation ine�caces [WSB98,
ML14]. L'article [ML14] par exemple analyse expérimentalement la méthode FLANN
et observe que cette méthode de l'état de l'art donne des performances pauvres sur des
vecteurs synthétiques en grande dimension. Les auteurs concluent que �les collections
de vecteurs aléatoires constituent un des problèmes les plus di�ciles en recherche de
plus proches voisins�.

La contribution de ce chapitre est un algorithme de recherche par similarité spéci-
�que aux vecteurs de grande dimension, comme ceux récemment utilisés en vision par
ordinateur pour représenter des images [PD07, JDSP10]. La technique d'indéxation
consiste à créer des unités de mémoire, chacune étant associée à plusieurs vecteurs de
la collection. Un représentant, appelé vecteur mémoire, est produit pour chaque unité
de mémoire. Il est construit de telle manière qu'il est possible de prédire si le vecteur
requête est similaire à au moins un vecteur de l'unité mémoire associée.

Soit une unité mémoire composée des vecteursX = f x1; : : : ; xng � Rd où x i est
le descripteur de l'imagei de la collection. Son représentant vecteur mémoire est tel
que, pour un vecteur requêteq donné, nous pouvons construire un test statistique de
similarité pour répondre à la question: est-ce queq est une quasi-copie d'au moins un
des vecteurs de l'unité mémoire ?

Nous proposons deux constructions de vecteur mémoire. La première est simple-
ment la somme des vecteurs de l'unité mémoire :

m(X ) =
X

x 2X

x; (1)

où nous supposons queX est composée den vecteurs di�érents. Bien que très simple,
cette construction n'est pas dénuée d'intérêt en grande dimension.

L'autre construction de vecteur mémoire est optimisée suivant la méthode suivante.
Soit X = [ x1; : : : ; xn ] la matrice d� n représentant l'unité mémoire. Nous imposons que,
pour tout i 2 f 1; : : : ; ng, x i

> m(X ) = 1 exactement. Autrement dit, nous recherchons
m(X ) parmi les vecteurs m satisfaisant X > m = 1n où 1n est le vecteur dont lesn
composantes sont égales à 1. Si un tel vecteur existe, alors pourq = x i , q> m = 1.
Nous éliminons ainsi les interférences avec les autres vecteurs de l'unité mémoire, qui
étaient la source principale de bruit dans la première construction.

Sous l'hypothèseH 0 où le vecteur requête est aléatoire, la variance du score est
en kmk2=d. Nous cherchons donc le représentantm de module kmk minimal sous la
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contrainte X > m = 1n . La solution est donnée grâce à la pseudo-inverse deMoore-
Penrose[RM72] :

m ? = ( X + )> 1n : (2)

Nous analysons les performances de ces deux constructions de vecteur mémoire
théoriquement et expérimentalement. Pour une assignation aléatoire des vecteurs de la
collection dans les unités de mémoire, la constructionpinv donne de meilleurs résultats
que la simplesomme. Cependant, lorsque les vecteurs de la collection regroupés dans
une unité mémoire partagent une certaine corrélation, la constructionsommmedonne
un test d'hypothèse aussi �able que la constructionpinv. Mais, la construction pinv
utilisée dans l'assignation supervisée de vecteurs corrélés produit des unités mémoires
plus homogènes en taille. Cela donne des temps de réponse plus uniformes d'une requête
à une autre. L'assignation supervisée en revanche est plus complexe, mais comme elle
est réalisée en amont de la recherche, ce surplus de complexité est souvent négligé dans
la littérature. Nous avons eu à coeur de proposer une assignation tout de même e�cace
pour manipuler des grandes collections de vecteurs. Elle est basée sur une assignation
faiblement supervisée fonctionnant par lots. Ceci ne diminue pas les performances de
la recherchein �ne .

Applications des Vecteurs Mémoires

Ce chapitre donne une implémentation pratique d'une recherche par similarité dans une
grande collection d'images à l'aide de vecteurs mémoires. De plus, il étudie une appli-
cation du concept de vecteur mémoire à la recherche d'information avec des contraintes
de sécurité et con�dentialité.

La section 4.1 répond au cahier des charges d'une recherche par similarité dans une
grande collection d'images. Nous montrons que les vecteurs mémoires sont facilement
`indéxables' par des techniques classiques de partitionnement d'espace comme FLANN,
contrairement aux descripteurs d'image bruts. Cette indéxation rend la recherche en-
core plus e�cace en termes de temps de réponse et d'espace mémoire pour des collec-
tions de millions d'images.

La section 4.2 étudie l'usage des vecteurs mémoires pour le respect de la con�dential-
ité. Le but est de construire un système de recherche d'information multimédia e�cace
protégeant les données. Le scénario réunit les trois acteurs suivants : l'utilisateur,
le serveur, et le propriétaire de la collection de données. Nous montrons l'utilité des
vecteurs mémoires en terme d'e�cacité de la recherche et de respect de la con�dential-
ité des données de chaque acteur. Les vecteurs mémoires produisent une seconde ligne
de défense rendant le vol des vecteurs de la collection par un utilisateur �curieux� plus
di�cile.

Optimisation du Test par Groupe par Factorisation de Matrice

Ce chapitre poursuit l'idée du test par groupe, c'est à dire de déduire quels vecteurs
parmi les N vecteurs de la collection sont similaires à la requête à partir de seulement
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M mesures. Plutôt qu'une assignation des vecteurs de la collection dans des unités mé-
moires suivie d'une construction �xe des vecteurs mémoires, nous formulons le problème
sous la forme d'une optimization jointe de l'assignation et de la construction. En levant
la contrainte d'une assignation binaire (tel vecteur appartient ou pas à telle unité de
mémoire), la version continue de ce problème d'optimisation se révèle être équivalent à
un problème d'apprentissage de dictionnaire en représentation parcimonieuse. Nous ap-
pelons cette opération l'encodage, et nous nous restreignons à la famille des encodages
linéaires :

Y = enc(X ) = XG > : (3)

Pour une requêteq donnée, nous calculons les scores des unités mémoires ainsi :

s = q> Y : (4)

Puis, nous estimons les similarités requête - vecteurs de la collectionc = q> X à partir
des mesuress. Encore une fois, nous nous restreignons à un estimateur linéraire :

ĉ = dec(s) = sH: (5)

Nous proposons deux solutions. La première trouve les matricesG 2 RM � N et
H 2 RM � N telles que les scores estiméŝc et les scores exactsc soient les plus proches
possibles. Cela revient à résoudre le problème suivant :

min
G ;H

X

q2Q

kc � ĉk2
2 = min

G ;H

X

q2Q

kqT X � qT XG > H k2
2;

où Q est un ensemble de vecteurs requêtes typiques. En fait, nous utilisons la collection
de vecteurs elle-même comme représentation de cet ensemble de requêtes typiques,
remplacant ainsi q par X et la norme Euclidienne sur les vecteurs par la norme de
Frobenius sur les matrice :

min
G ;H






 X > X � X > XG > H








2

F
: (6)

Ce problème se résout en général par une décomposition en vecteurs propres. Soit
A = X > X la matrice de Gram associée à la matriceX . Etant symétrique et réelle,
A est diagonalisable : A = U � U > , avec U matrice unitaire ( U > U = UU > = I N ).
Ainsi, on choisit G > = U M et H = U >

M , où U M est la restriction de U aux valeurs
propres les plus grandes en amplitude.

La deuxième solution applique des méthodes d'apprentissage de dictionnaire pour
trouver des représentations parcimonieuses de la collection de vecteurs. La parcimonie
améliore ici l'e�cacité de la recherche. Nous voulons une approximation deX par
YH où H 2 RM � N stocke les représentations parcimonieuses des vecteurs selon les
colonnes du dictionnaireY 2 Rd� M (aussi appelées atomes). Cela conduit à ce prob-
lème d'optimisation :

min
Y ;H

1
2

kX � YH k2
F + � kH k1

sous contrainte kykk2 � 1 for all 0 � k < M:
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Nos expériences montrent que la décomposition en vecteurs propres n'est opérante
que pour de petites collections, alors que l'apprentissage du dictionnaire peut s'attaquer
à des très grandes collections. Testé sur des collections de plus de 108 images, cette
solution atteint des qualités de recherche comparables (et parfois meilleures) que la
méthode exhaustive mais avec une complexité bien moindre.

Recherche sur des variétés géométriques

Les chapitres 6 and 7 porte sur l'expansion de la requête. Nous utilisons une représenta-
tion d'une collection d'images basée sur un graphe pondéré donnant les relations entre
les vecteurs de la collection. Ce graphe sert pour retourner les images qui sont sur
la même variété géométrique que le vecteur requête. Alors que le problème principal
des chapitres précédents est d'améliorer l'e�cacité de la recherche quitte à sacri�er la
qualité des résultats retournés, ce chapitre explore ce compromis dans l'autre sens. On
s'autorise une plus grande complexité dans le but d'améliorer la qualité de la recherche.

Le chapitre 6 introduit le mécanisme de di�usion régionale, qui prend en compte
plusieurs vecteurs requêtes pour un même coût en complexité. L'image est découpée en
région et un descripteur est extrait par région. Cette approche améliore nettement la
recherche d'objets d'intérêt petits ou noyés dans l'arrière plan. Dans les mécanismes de
di�usion sur graphe [PBMW99, ZWG + 03, DB13], les vecteurs requêtes sont habituelle-
ment intégrés dans le graphe ; ils sont donc connus lors de l'indéxation. Notre nouvelle
approche se libère de cette hypothèse. Elle gère desrequêtes jamais vuessans surplus
de complexité. La formule de la solution optimale est connue, mais tous les systèmes
actuels y dérogent [DB13] sous prétexte de la trop grande complexité de son calcul.
En fait, nous montrons que la solution alternative utilisée n'est que la résolution itéra-
tive d'un système linéaire. Comme la matrice associée est creuse et dé�nie positive,
la méthode du gradient conjugué est plus e�cace donnant la solution en moins d'une
seconde. Nous nous sommes servis du jeux de données INSTRE [WJ15], qui n'a pas
recu beaucoup d'attention jusqu'à présent, a�n d'étudier la corrélation entre la qualité
des résultats retournés et la taille de l'objet d'intérêt dans les images. Nous proposons
aussi un nouveau protocole d'expérimentation plus adapté à de futures comparaisons.

Nos expériences montrent que notre méthode améliore nettement la recherche de
petits objets, et ce uniquement avec 5 à 10 descripteurs régionaux par image (ce sont
des descripteurs issus de CNN). Une telle qualité de recherche nécessitait auparavant
des milliers de descripteurs locaux. Le graphe des plus proches voisins n'est pas si
grand. Nos performances sont égales à celles de l'état de l'art sur deux benchmarks
bien connus.

Le chapitre 7 reproduit la même qualité de recherche que le chapitre 6, mais cette
fois plus rapidement. La complexité est plus grande pendant la phase d'indéxation.
Elle est linéaire avec la taille de la collection mais facilement parallèlisable. Elle prend
quelques heures pour une grande collection d'images. La complexité de la recherche
est quant à elle plus petite. L'expansion de la requête n'est plus qu'un simple post-
traitement. La qualité de la recherche est presque parfaite par rapport à la vérité
terrain.
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Application à la Reconnaissance de Lieux

La reconnaissance de lieux s'explique ainsi : Nous avons une collection d'images avec
leurs coordonnées GPS. Plusieurs images ont été prises à la même localisation, pouvant
former un panorama. Plusieurs solutions traitent de ce problème comme une applica-
tion de la recherche d'instances. L'utilisateur soumet une seule image d'où il est, et
cette image joue le rôle de la requête. Ce chapitre propose d'améliorer la géolocalisation
en calculant une similarité panorama à panorama, et non image à image.

Nous construisons une représentation d'un panorama en utilisant les vecteurs mé-
moires du chapitre 3. La grande di�érence étant que les unités mémoires sont main-
tenant constituées naturellement : l'assignation n'est plus aléatoire ou supervisée selon
la proximité des vecteurs, mais elle groupe ensemble les images d'une même localisation
GPS. L'espace mémoire est conservé car un vecteur décrit un panorama. La similarité
panorama - panorama améliore grandement la géolocalisation par rapport à l'état de
l'art. Nous montrons aussi dans la Section 8.3 qu'il surpasse même la recherche sur des
variétés géométriques du chapitre 6.
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Chapter 1

Introduction

We live in the age of big data. The rapid growth of social media and internet have
taken over a large part of our lives, but also made available enormous amount of data.
While our access to personal photography was mostly limited to family albums about
a decade ago, we now have access to millions of photos with a single click. Thanks
to these developments, computer vision and image understanding has become more
important than ever.

Computer vision can be brie�y de�ned as �teaching computers how to see�. More
speci�cally, images are translated into mathematical representations, and are applied
various numeral operations. It makes use of the advancements of many other �elds,
such as machine learning, signal processing, applied math and geometry. Some of
the computer vision problems include image/video classi�cation, image/video retrieval,
image generation, object detection, 3D reconstruction and many others. More recently,
computer vision is being used in self-driving cars.

This thesis is mainly concerned about the problem of instance-based image retrieval.
In a typical scenario, we are given a query image which contains an object of interest.
This object can be anything from landmarks to daily objects. The goal is to return
images containing the sameinstance of the queried object from a large collection,
possibly containing millions of images. This problems di�ers from image classi�cation
or object detection due to its instance-based nature. In image classi�cation or object
detection, the goal is to classify objects into generic categories, such as cars, buildings,
cats etc. Our problem is much more speci�c. If a user submits an image of a particular
landmark, we must return the same landmark, not any other building. The same applies
for any other object of interest. Hence, it is not possible to train classi�ers (since the
possibility of real world instances are in�nite) and we must search the entire image
collection with the given query. Visual example of a typical image retrieval framework
is shown in Figure 1.1.

1
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Figure 1.1: Example of a basic image retrieval framework. Dataset images are collected
and feature extraction is applied. When a new query image is submitted, its feature
representation is compared against all the dataset vectors, and a ranked list of images
is returned to the user.
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Figure 1.2: Visualization of space partitioning in R2. Similar images produce similar
visual representations, and are assigned to the same bin.

1.1 Challenges

One of the main problems in computer vision, in general, is the representation of visual
content. Signi�cant amount of research has been done in this context, from traditional
hand-designed SIFT features [Low04], to more modern CNN-based descriptors [KSH12,
SZ14]. Visual representation also remains a challenge for image retrieval, thanks to
di�erent variations of the object of interest, such as scale and illumination changes,
occlusion etc. In addition to visual representation, image retrieval also deals with the
problem of e�ciency. This is an absolutely crucial constraint for any proposed system.
In practice, we must make sure that the user is able to retrieve the relevant content
without waiting too long.

1.1.1 E�ciency

Given a visual representation of images, basic image search boils down to a nearest
neighbors search in the vector space. This involves computing a similarity metric, such
as cosine similarity or Euclidean distance, between the query vector and dataset vectors.
While modern computers are relatively fast at making this kind of computations, image
descriptors have high dimensionalities, and the complexity of such an operation grows
linearly with the number of comparisons. Thus, this problem still remains important
when considering a dataset with millions of images. In addition to search complexity,
memory footprint of dataset vectors is another aspect of e�ciency which must be
considered. Typical solutions to this problem involve indexing, which avoids making
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Figure 1.3: Query expansion techniques are usually applied to the initial ranked list
returned by NN-search. It is a useful technique to retrieve positive images under severe
visual variations.

exhaustive comparison between the query and dataset vectors. An example solution
involves grouping geometrically close dataset vectors into the same bin, and avoid
dissimilar bins for a given query. However, these approaches are not as e�ective in higher
dimensional spaces. An example of space partitioning inR2 is shown in Figure 1.2.

1.1.2 Visual Representation

Many of the traditional systems described an image with a set of local features, such
as SIFT [Low04]. Although e�ective, this was not an e�cient solution since the search
and memory complexity grew exponentially with the number of images. Other works
designed pooling strategies to aggregate a set of local features into a single global
descriptor [SZ03, SPMV13, JPD+ 12]. More recently, CNN-based descriptors achieved
state-of-the-art performance in many image retrieval benchmarks [RTC16, GARL16b].
However, objects with severe visual variations, such as small and occluded objects,
objects with background clutter, and objects from di�erent viewpoints still remain a
signi�cant problem. One approach is called �query expansion�. The main idea is to
conduct a basic nearest neighbor search with the query image and retrieve the nearest
neighbors from dataset. Then, the second part of the process involves searching the
dataset using the retrieved nearest neighbors as queries. This helps retrieving images
that contain the same object as query, but under severe visual variations. This process
is shown in Figure 1.3.
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1.2 Solutions and Content

In this thesis, we attempt to solve the challenges mentioned in Section 1.1. Our solu-
tions for both problems involve continuous representations of a set of vectors. Initial
chapters investigate the problem of indexing vectors in high-dimensional spaces and
propose e�cient solutions. This is done by assigning images to groups and creating
a single continuous representation for each group. We then switch gears and propose
a query expansion framework which successfully retrieves images with di�erent visual
variations. We use a weighted graph to represent the relationship between dataset
images for this problem.

This transcript is organized as follows:

ˆ Chapter 2 gives brief literature background on the aforementioned challenges.
More speci�cally, we explain existing works in feature description, indexing, and
query expansion in image retrieval.

ˆ Chapter 3 introduces an indexing scheme. We present a theoretical analysis of
how to represent a set of vectors in high-dimensional spaces. We call our group
representations memory vectors and show their e�ectiveness in various image
retrieval benchmarks.

ˆ Chapter 4 presents practical applications and extensions of memory vectors. We
�rst show the e�ectiveness of using memory vectors for multimedia retrieval do-
main in terms of e�ciency and privacy. We then investigate practical extensions
of memory vectors, such as their combination with existing space-partitioning
techniques.

ˆ Chapter 5 presents a data-driven grouping strategy for indexing. Unlike Chapter
3, group representation and assignment we propose in this chapter is completely
data-driven.

ˆ Chapter 6 changes our focus from e�ciency to accuracy, as we explore a query
expansion method using the relationship between sets of images in the dataset.
We propose to apply an e�cient manifold search technique to retrieve positive
images that were originally ranked in the bottom of the list.

ˆ Chapter 7 extends our query expansion technique by making it more e�cient
during the query time. While this increases the o�ine training time, our method
proposed in this chapter is up to 300 faster in query time than the one we proposed
in Chapter 6.

ˆ Chapter 8 investigates the grouping of images for location recognition task. We
examine multiple aggregation techniques based on the location of images, includ-
ing memory vectors proposed in Chapter 3. We also compare location aggregation
against manifold search proposed in Chapter 6.
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Chapter 2

Background

This chapter is designed to give a brief background about instance-based image re-
trieval. In Section 2.1, we explain the basics of image representation for image retrieval,
including feature detection, representation and pooling for traditional hand-crafted de-
scriptors, and also more recent CNN-based learned feature representations. Then, we
discuss some of the existing image indexing techniques for image retrieval in Section 2.2,
such as space-partitioning and similarity estimation techniques. In Section 2.3, we give
a brief introduction to online query expansion.

2.1 Feature Representation and Pooling

This section talks about the existing work involving local feature detection, represen-
tation, and pooling. We �rst investigate the traditional part of the literature involving
hand-crafted local features, then move on the more recent research involving CNN-
based features. We use the terms pooling and aggregation interchangeably throughout
this section. Some parts of this section have been published in [ITGJ15].

2.1.1 Hand-crafted Features

Hand-crafted features refer to those that are detected, represented and pooled based on
certain �xed mathematical operations. Extracting such features from an image consists
of three steps. Thedetection step selects regions of interest, which are normalized into
�xed-size patches. The description step produces a vector representation for each of
the detected patches. While not mandatory,pooling step aggregates the set of vectors
extracted from an image into a single vector. We now describe the existing work for
each of the three steps.

7
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(a) Dense (b) Dense-IP (c) Zernike

(d) Dense `2-norm (e) MSER-edge (f) SSR-edge

(g) fast-edge (h) DoG (i) MSER

(j) SSR (k) Harris (l) HesA�

Figure 2.1: Visualization of some of the local feature detection methods as shown in
Iscen et al. [ITGJ15]. For methods with prede�ned scales, we visualize the center of
points detected on the �rst scale (a)-(g), while for the ones that perform scale selection
we draw the corresponding ellipses or circles (h)-(l).
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2.1.1.1 Local Feature Detection

Typically, local interest points are tuned to detect image structures, such as corners
and blobs, highly distinctive and repeatable. They are rather designed to be appro-
priate for image matching applications. The standard evaluation metrics for such de-
tectors [MTS+ 05], e.g. repeatability, are designed to re�ect su�ciency for matching
applications. One of the earlier exceptions is the work of Mikolajczyket al. [MZS03]
where they focus on edges to represent objects. However, we are not necessarily inter-
ested in the repeatability of patches, but we discuss local features from the perspective
of the �nal application, image retrieval.

A related survey is the work of Nowak et al. [NJT06]. They are not interested in
the repeatability of patches, but directly measure classi�cation accuracy. According to
them, detectors designed to obtain high repeatability perform the same as randomly
selected patches. They observe that performance is, up to some extent, an increasing
function of the number of points per image. Similarly, Avrithis and Rapantzikos [AR11]
do not restrict comparison to repeatability, but further compared image retrieval perfor-
mance, while considering the average number of points as a crucial parameter. Finally,
Iscen et al. [ITGJ15] compare sparse and dense interest detectors for image retrieval,
and propose a hybrid detection method.

We brie�y describe existing methods for interest point detection or dense patch
sampling. In all those methods, a local descriptor is extracted from each region of
interest and an image is represented by a set of such descriptors. Figure 2.1 visualizes
some of the feature detectors used in computer vision.

Harris-Laplace detector. Harris detector localizes corners, based on the fact that
gradient values will change in multiple directions around a corner. It uses a scale
adapted version of the second moment matrix, known as Harris matrix [HS88]:

M = � 2
D � g(� I ) �

"
L 2

x (x; � D ) L xL y(x; � D )
L xL y(x; � D ) L 2

y(x; � D )

#

; (2.1)

where � D is the di�erentiation scale, � I is the integration scale andL z is the deriva-
tive computed in z direction. Di�erentiation scale � D is used to compute the local
derivatives with Gaussian kernels, and a Gaussian window with a size� I is used to
smooth and average the neighborhood around the point. The eigenvalues of this ma-
trix represent the gradient changes in two directions. Consequently, if one eigenvalue
is large while the other is small, there exists an edge, whereas if both eigenvalues are
large, there exists a corner. Theinterestingnessof a point is captured by the cornerness
function, de�ned as cornerness = det(A) � � trace2(A), where � is usually set to 0:05.

Extending Harris detector to be scale invariant, Mikolajczyk et al. [MS04] use
Laplacian-of-Gaussian (LoG) response and detect local extrema over multiple scales
to perform scale selection [Lin98]. This is the well known Harris-Laplace detector.
Only points with cornerness value higher than threshold� are retained and �nal point
locations are chosen by a local maxima search procedure.
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Hessian-A�ne detector [MTS+ 05], similar to Harris detector, detects image loca-
tions that have large derivatives in both directions. Point locations are selected as local
maxima of the Hessian matrix determinant, which now constitutes the interestingness
measure. The Hessian matrix is de�ned as

H =

"
L xx (x; � D ) L xy (x; � D )
L xy (x; � D ) L yy (x; � D )

#

; (2.2)

where L zz is the second order partial derivative. All points with interestingness below
threshold � are discarded. Although Hessian and Harris detectors are quite similar, the
detected points may be slightly di�erent. In particular, unlike Harris, Hessian detector
tends to select locations with texture variations, in addition to corners.

The a�ne shape of the point is estimated by the eigenvalues of the second order
moment matrix M . An iterative procedure modi�es the point's location, scale and
shape until the estimated a�ne transform is able to map the detected region into one
that has equal eigenvalues of its second order moment matrix.

MSER Maximally Stable Extremal Regions were introduced by Matas et
al. [MCMP02] as a feature detector that tends to localize blobs. An extremal
region has all its intensity values greater (or less) than the outer region boundary
pixels. Then, a sequence of nested extremal regions is considered. Along this sequence
scale change between neighboring regions is estimated. Maximally stable are the local
minima of this quantity. In this fashion, nested regions are also likely to appear.
The detected regions can have very irregular shapes, therefore an ellipse is �tted to
detected regions in order to extract local descriptors. A parameter � controls the
locality of the scale change computation.

Di�erence of Gaussians (DoG) was originally used for local feature detection by
Lowe [Low04]. DoG is an e�cient way to approximate the Laplacian of Gaussian and
to detect edges at various image scales. A Gaussian kernel is used to create multiple
blurred versions of the image per octave. Simple subtraction of two consecutive blurred
images produces the DoG response. Interest points are located in the spatial-space as
local-maxima in a 3D search area of size 3.

Regular grid dense sampling. In contrast to interest points, dense sampling meth-
ods give less importance to high repeatability and try to provide a dense coverage of
the depicted objects. The most popular method is to sample points on a regular grid,
every � xy pixels. Depending on the application � xy can be really small, such as 3, or
quite larger, such as 16. In order to provide some scale tolerance, di�erent scales are
considered by following the same procedure atn� multiple scales of the image. All the
patches from di�erent scales are pooled together in the end. A typical value forn�

is 5, with 2 scales per octave. A signi�cant improvement is achieved by �ltering out
descriptors with low `2-norm [GMJP14].
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Dense interest points were introduced by Tuytelaars [Tuy10] as a hybrid solution
to trade-o� between sparse interest point detection and dense sampling. Instead of
selecting the center pixel of grid cell, as in regular dense sampling, they conduct local
search inside each cell over spatial and scale space. The point with maximum response
is kept per cell. Selected points are not necessarily local maxima. Since a single interest
point is selected from each cell, patches are very likely to be localized on smooth regions.
Moreover, quite a few patches are localized on the cell borders.

Zernike polynomials was introduced by Iscenet al. [ITGJ15] as another hybrid
solution between sparse and dense interest point detection. The authors propose to use
a bank of Zernike polynomials [Zer34] as detectors. Each pseudo-Zernike function is
used as a �lter and this response constitutes the interestingness measure for detection
of point locations. Local maxima and local minima are detected for each �lter inde-
pendently. Filter responses are ranked per �lter, and point locations are selected until
each �lter capacity is �lled or until there are no more local extrema left. It is shown
that this method provides dense, yet localized image patches, and outperforms other
detection methods in image retrieval task.

2.1.1.2 Local Feature Representation

The SIFT descriptor [Low04] and its RootSIFT extension [AZ12b] have been shown
to perform very well for most applications. Many descriptors have been introduced
in the last years to improve the description speed or descriptor compactness, such as
SURF [BETG08], CHOG [CTC + 09] or BRIEF [CLSF10]. The matching accuracy is
improved by learning the descriptor design [WB07, WHB09, SVZ14]. We will now
brie�y describe SIFT and its extension RootSIFT.

SIFT, or Scale Invariant Feature Transform reduces each detected image patch into
a vector representation. The original SIFT detection algorithm [Low04] employs DoG
for interest point detection, and further applies additional steps to �lter out points
belonging to edges or low-contrast regions. Nevertheless, SIFT can be used with any
of the feature detection techniques described in Section 2.1.1.1.

Given a detected image patch, SIFT �rst assigns an orientation to it. The goal
of this operation is to represent the detected image in a rotation-invariant manner.
We �rst calculate the gradient orientation of evenly sampled points from the detected
region. These values are quantized into a 36-bin histogram, evenly dividing the range of
360°orientation angles. Contribution of each sampled point to the orientation histogram
is weighted by its gradient magnitude. The orientation corresponding to the highest
peak of the orientation histogram is considered as the dominant orientation and is
assigned to the detected keypoint. In the case of multiple dominant orientations, local
peaks among the 80% of the highest peaks of the orientation histogram are assigned.
Multiple keypoints, one for each orientation, are created in that case.

The next step of the algorithm is to create a discriminative but illumination-
invariant feature descriptor for each detected region. A square region of 16� 16 pixels
is taken around the detected keypoint. This is further divided into 16 subregions of
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4 � 4 pixels. Each sub-region contains an orientation histogram of 8 bins. After com-
puting 8-bin orientation histograms of each sub-region, the local feature representation
is obtained by concatenating them together, resulting in a 16� 8 = 128 dimensional
feature descriptor. In practice, this vector is usually `2-normalized for better matching
accuracy.

Traditionally, Euclidean distance was used to compare the similarity of two SIFT
features. However, since they are histograms, it is also possible to use other appropriate
distances or metrics. Arandjelovi¢ and Zisserman [AZ12b] show that with just a couple
of basic operations, it is possible to compute the Hellinger distance between two sets
of SIFT vectors. Given a SIFT vector, they (i) `1-normalize it (ii) take the square root
of each element. They call the resulting descriptor RootSIFT. It is easily shown that
the Euclidean distance between two RootSIFT features is equivalent to the Hellinger
distance between two SIFT features. Assume thatx and y are two di�erent sets of
`2-normalized SIFT descriptors. Their Euclidean distance is computed as

d(x ; y) = jjx � y jj2 = jjx jj2
2 + jjy jj2

2 � 2x> y = 2 � 2x> y: (2.3)

The Hellinger kernel for two `1-normalized histogramsx and y is de�ned as

H (x; y) =
nX

i =1

p
x i yi ; (2.4)

where n is the length of each histogram.
It then follows that the similarity between two RootSIFT features is

p
x> p

y =
H (x; y). Hence, the Euclidean distance between two RootSIFT features is equivalent
to the Helinger distance between two SIFT features:

d(
p

x;
p

y) = jj
p

x �
p

y jj2 = jjx jj2
2 + jjy jj2

2 � 2
p

x> p
y = 2 � 2H (x; y): (2.5)

2.1.1.3 Local Feature Pooling

Depending on the feature detection technique, each image may contain a set of hundreds
to thousands of SIFT vectors. When comparing the similarity of two images, one
possibility is to cross-match all SIFT vectors from both images. This involves computing
the cross-distance between thousands of vectors. The complexity grows as the square
of the number of vectors, making it ine�cient for a practical image retrieval scenario.
One solution is to approximate cross-matching by aggregating a set of SIFT vectors
into a single global descriptor of higher dimensionality. In this section, we describe
some of the popular aggregation techniques in the literature.

Bag-of-Words models were originally developed for text understanding [SM83].
Given a document, the idea is to create an orderless representation in order to compare
it against other documents. This is done with the help of a dictionary , which is
assumed to contain all the possible words that may appear in a document. For
each document, we keep a histogram whose length is the size of the dictionary. We



Feature Representation and Pooling 13

then simply count the frequencies of each word in the document and assign it its
corresponding bin in the histogram. As a result, the similarity comparison between
two documents is reduced to a histogram comparison.

A similar model is applied in computer vision and image retrieval [SZ03, CDF+ 04].
In that context, images are considered as documents, and local SIFT features are the
so-called �visual words�. One of the main di�erences is that, even though it is possible
to store a �xed dictionary which may correspond to all the words in a language for a
text application, this is not possible for computer vision. One cannot simply keep a
list of all possible SIFT vectors. In order to overcome this issue, the visual dictionary
is created with k-means clustering. This is part of the training process, where all SIFT
features from all training images are extracted and gathered together. Then, we cluster
these features intok clusters using the k-means algorithm [Llo82]. Resulting cluster
centers are considered as the entries of the visual dictionary, and are called visual words.
Given an image, each SIFT feature is assigned to the closest cluster center, and the
frequency of each visual word is recorded in ak-dimensional histogram, which is the
BoW representation of the image. Additionally, `2-normalization and idf computation
are applied for better performance [SZ03].

Fisher vectors proposed by Perronninet al. [PD07], is a more sophisticated aggre-
gation approach. The goal is similar to BoW: aggregation of many local SIFT features
into a single global descriptor. However, Fisher vectors usually require fewer visual
words (k) due to its complexity.

Fisher vectors is an approximation of the more general Fisher Kernel used for clas-
si�cation [JH98]. Contrary to the BoW-models, Fisher vectors models the visual word
space using a Gaussian mixture model (GMM), and not the k-means algorithm. GMM
parametrizes the SIFT feature space using the mean� i , covariance � i and priors wi for
each visual wordi = 1 ; :::; k. After the training of GMM, each image is encoded into a
Fisher vector using the following procedure.

Assume that x is the set of SIFT descriptors for an image. We �rst compute the
posterior probability between i th visual word and the j th SIFT feature


 ij =
expf� 1

2(x j � � i )> � � 1
i (x j � � i )g

kP

t=1
expf� 1

2(x j � � t )> � � 1
i (x j � � t )g

: (2.6)

Compared to the basic BoW model which follows hard-assignment to cluster centers,
(2.6) acts as a soft assignment ofx j to each visual word. Then, we compute the mean
and covariance deviation vectors with the following:

u i =
1

n
p

wi

nX

j =1


 ij (x j � � i ) �
1
� i

; (2.7)

v i =
1

n
p

2wi

nX

j =1


 ij

��
(x j � � i ) �

1
� i

� � 2

� 1
�

; (2.8)
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where n is the number local SIFT features in the image. Note that, since we are
considering local SIFT features, allx j , u i , and v i have d = 128 dimensions. The �nal
representation for Fisher vectors is produced by concatenating (2.7) and (2.8) for each
component. In other words:

f = [ : : : u i : : : v i : : : ]> ; (2.9)

for i = 1 ; :::; k components. Therefore, the �nal representational dimensionality of
Fisher Vectors is 2dk. Even though, the �nal dimensionality of f is much higher than
BoW for a given k, the complexity behind this method makes it possible to use it with
small k, giving relatively less overall dimensionality. In practice, `2-normalization is
also applied to f .

VLAD or Vector of Locally Aggregated Descriptors [JDSP10], is another aggregation
method of local SIFT features. VLAD is based on the same idea as Fisher Vectors, as
it keeps statistics about relationship between visual words and local SIFT features in
addition to computing frequencies of each visual word. Contrary to the Fisher Vectors,
VLAD follows a simpler aggregation technique which does not require storing second-
order statistics. It can be considered as a more e�cient variant of Fisher Vectors.

We �rst learn a dictionary of visual words using the k-means algorithm. Dictionary
entries (visual words) are cluster centers. For each image, we �rst �nd the closest visual
word for local SIFT features. Instead of just storing the frequency, we accumulate
residual between each visual word and the local SIFT features assigned to it:

r i =
X

j s.t. NN (x j )= ci

x j � ci ; (2.10)

where ci is the i th visual word. The �nal global representation is created by concate-
nating r i

f = [ r >
1 : : : r >

i : : : r >
k ]> : (2.11)

Similarly to BoW and Fisher Vectors, `2-normalization is applied in the end. The
overall dimensionality of f is dk, which is twice as less compared to Fisher Vectors.

GMP , or General Max Pooling [MP14], is a pooling technique designed to solve
the burstiness problem. In some cases, images have frequently-occurring visual pat-
terns that are not discriminative. These may be patches extracted from background,
grass, sky or other uninformative regions. If we think of aforementioned pooling
techniques (BoW, Fisher Vectors, VLAD) as some kind of sum-pooling, local SIFT
features corresponding to such frequently-occurring patterns dominate the �nal rep-
resentation due to their frequency. Max-pooling can simply be applied instead of
sum-pooling [BPL10], but this not compatible with higher-order statistical representa-
tions such as Fisher vectors, because it treats each dimension independently. Several
other heuristic approaches attempted to solve the burstiness problem through di�erent
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normalization schemes [JDS09, TSPO13a, AZ13, DGJP13], such aspower normaliza-
tion [PSL10, PJM10, JPD+ 12]. Jégou and Zisserman [JZ14] also propose a similar
aggregation method to GMP, where the weights are solved in a di�erent manner.

Murray and Perronnin propose GMP [MP14], which attempts to mimic max-pooling
while being compatible with global representations such as Fisher Vectors. Their goal
is to create a pooling operator, which preserves the similarity between rarely-occuring
features. Let X = [ x1; : : : ; xn ] be a d � n matrix containing n local features. GMP
wants to preserve the matching similarity between the �nal representation f and x j ,
s.t. x>

j f = 1 for all j . In matrix form, this is written as:

X > f = 1n : (2.12)

The optimal solution with the minimal `2-norm is found after solving the least-
squares regression problem

f ? = arg min
f

jjX > f � 1n jj2: (2.13)

There also exists a closed-form solution, which is solved with Moore-Penrose pseudo-
inverse [RM72] denoted by+ :

f ? = ( X > )+ 1n = ( XX > )+ X1 n : (2.14)

The authors also propose a regularized version of this solution with parameter� .
This is also known as ridge regression or Tikhonov regularization in the literature:

f ?
� = ( XX > + �I )+ X1 n ; (2.15)

where I is the identity matrix of size n. Note that we have max-pooling when� = 0
and sum pooling as� ! 1 .

2.1.2 CNN-based Features

CNN-based global descriptors are becoming popular in image retrieval, especially for
instance-level search. Existing works [BL15, RSCM16, KMO15, TSJ16] employ �o�-
the-shelf� networks, originally trained on ImageNet, to extract descriptors via various
pooling strategies. The invariance is partially designed by global max [ARS+ 14, TSJ16]
or sum [KMO15, BL15] pooling layers or multi-scale querying [GARL16b], and partially
learned by the choice of the training data. Robustness to background clutter is improved
by computing descriptors over object proposals [MB15, GARL16a, XHZT15] or over
a �xed grid of regions [TSJ16]. Better performance is observed at a cost of increased
memory footprint [RSCM16].

Other approaches [BSCL14, RTC16, GARL16a] �ne-tune such networks
to obtain descriptor representations speci�cally adapted for instance search.
NetVLAD [AGT + 16] trains a VLAD layer on top of convolutional layers in an
end-to-end manner. It is tuned for the location recognition task. The training
images are obtained from panoramas, fed to a triplet loss to make it more compatible
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