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Dédiae

À mes nièe.s et neveu.x, né.e.s ou à naître.
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Résumé

La struturation dans les entités nommées

La reonnaissane des entités nommées est une disipline ruiale du domaine du TAL.

Elle sert à l'extration de relations entre entités nommées, e qui permet la onstrution

d'une base de onnaissanes (Surdeanu and Ji, 2014), le résumé automatique (Nobata et al.,

2002), et. Nous nous intéressons ii aux phénomènes de struturations qui les entourent.

Nous distinguons tout d'abord deux types d'éléments struturels dans une entité nom-

mée. Les premiers sont des sous-haînes réurrentes, que nous appellerons les a�xes a-

ratéristiques d'une entité nommée. Le seond type d'éléments est les tokens ayant un fort

pouvoir disriminant, appelés des tokens délenheurs. Nous détaillerons l'algorithme que

nous avons mis en plae pour extraire les a�xes aratéristiques, que nous omparerons

à Morfessor (Creutz and Lagus, 2005b). Nous appliquerons ensuite notre méthode pour

extraire les tokens délenheurs, utilisés pour l'extration d'entités nommées du français

et d'adresses postales.

Une autre forme de struturation pour les entités nommées est de nature syntaxique,

d'imbriations ou arborée. Pour identi�er automatiquement ette struturation, nous pro-

posons un type de asade d'étiqueteurs linéaires qui n'avait jusqu'à présent jamais été

utilisé pour la reonnaissane d'entités nommées. Elles généralisent les approhes préé-

dentes qui sont apables de reonnaître uniquement des entités de profondeur limitée ou

qui ne peuvent pas modéliser ertaines partiularités des entités nommées struturées.

Tout au long de ette thèse, nous omparons deux méthodes par apprentissage auto-

matique, à savoir les CRF et les réseaux de neurones, dont nous présenterons les avantages

et inonvénients.

mots lés : reonnaissane des entités nommées, entités nommées struturées,

apprentissage automatique, hamps aléatoires onditionnels, réseaux de neurones
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Abstrat

Struturation in Named Entities

Named entity reognition is a ruial disipline of NLP. It is used to extrat relations

between named entities, whih allows the onstrution of knowledge bases (Surdeanu and Ji,

2014), automati summary (Nobata et al., 2002) and so on. Our interest in this thesis re-

volves around struturing phenomena that surround them.

We distinguish here two kinds of strutural elements in named entities. The �rst one

are réurrent substrings, that we will all the harateristi a�xes of a named entity. The

seond type of element is tokens with a good disriminative power, whih we all trigger

tokens of named entities. We will explain here the algorithm we provided to extrat suh

a�xes, whih we will ompare to Morfessor (Creutz and Lagus, 2005b). We will then

apply the same algorithm to extrat trigger tokens, whih we will use for Frenh named

entity reognition and postal address extration.

Another form of struturing for named entities is of a syntati nature, where entities

typially have a tree struture. We propose a novel kind of linear tagger asade whih has

not been used before for strutured named entity reognition, generalising other previous

methods that are only able to reognise named entities of a �xed depth or unable to model

ertain harateristis of the struture. Ours, however, an do both.

Throughout this thesis, we ompare two mahine learning methods, CRFs and neural

networks, for whih we will ompare respetive advantages and drawbaks.

keywords : named entity reognition, strutured named entities, mahine learning,

onditional random �elds, neural networks
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Chapitre 1

Introdution

Sommaire

1.1 Traitement automatique des langues (TAL) . . . . . . . . . . . 15

1.2 L'extration d'information . . . . . . . . . . . . . . . . . . . . . 16

1.3 Les entités nommées . . . . . . . . . . . . . . . . . . . . . . . . . 17

1.4 La struturation dans les entités nommées . . . . . . . . . . . 21

1.5 Cadre et enjeux industriels . . . . . . . . . . . . . . . . . . . . . 22

Ce hapitre présente le adre général dans lequel se situe ette thèse ainsi que les dé�ni-

tions les plus fondamentales sur lesquelles ette dernière s'appuie. Nous présenterons tout

d'abord le domaine du traitement automatique des langues (TAL), où s'insrit ette thèse.

Nous monterons sa relation ave un domaine plus partiulier, l'extration d'information

(EI). Nous dé�nirons ensuite la tâhe qui nous intéresse partiulièrement ii : la reonnais-

sane des entités nommées (REN). Plus préisément, nous avons pour but d'étudier les

phénomènes de struturation au sens large qui entourent les entités nommées, omment

es derniers peuvent aider à leur reonnaissane et dans quelle mesure es éléments sont

identi�ables de manière automatique.

1.1 Traitement automatique des langues (TAL)

Dans ette setion, nous nous baserons essentiellement sur les travaux de Cori and Léon

(2002) a�n de dérire le domaine du traitement automatique des langues (TAL).

Le TAL est un domaine de reherhe ayant � quatre prinipaux p�les disiplinaires

autour duquel il gravite : - la linguistique ; - l'informatique ; - les mathématiques [...℄ ; -

l'intelligene arti�ielle � (Cori and Léon, 2002). Donner une dé�nition préise et exate

de e qu'est le TAL n'est pas simple, les nombreux termes proposés au �l des années
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témoignent de ette di�ulté (Vauquois, 1969; Cori and Léon, 2002). Nous emploierons

ii la dé�nition suivante :

� Le TAL est l'ensemble des méthodes permettant de traiter de manière au-

tomatique les données exprimées dans une langue � (basé sur Cori and Léon

(2002); Fuhs and Habert (2004))

Le TAL ontient entre autres quatre grands domaines de reherhes dans lesquels

peuvent être lassées les di�érentes tâhes :

� le traitement du signal : traite les données sous leur format le plus brut, omme le

signal sonore ou des images/sans de textes érits ;

� la syntaxe : vise à fournir une analyse des données selon les règles de grammaire

de la langue ;

� l'extration d'information (EI) : les douments traités ontiennent des éléments,

traitent d'un sujet global, et. Le but de l'EI est de réupérer es informations in-

téressantes. MCallum (2005) parle de � distiller des données struturées de textes

non-struturés � ;

� la sémantique : représente l'ensemble des traitements qui demandent une ompré-

hension des données traitées.

Ces quatre axes prinipaux du TAL sont illustrés sur la �gure 1.1, haun de es axes

ayant des exemples de tâhes en faisant partie.

Figure 1.1 � les quatre hamps de reherhe prinipaux atuels du TAL ainsi que des

exemples de tâhes spéi�ques à haun de es hamps.

Cette thèse traite prinipalement de la reonnaissane des entités nommées, qui s'ins-

rit dans le domaine de l'extration d'information, que nous détaillons dans la setion

1.2.
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1.2 L'extration d'information

L'extration d'information (EI) est une tâhe qui onsiste à retrouver de façon au-

tomatisée les éléments d'intérêt présents dans des douments, ainsi qu'à les mettre en

relation les uns ave les autres (Yangarber et al., 2000). L'EI a don pour but de donner à

un être humain l'aès aux onnaissanes présentes dans les douments via leur extration

et leur struturation automatique.

L'EI peut se dérire omme le remplissage automatique d'un formulaire aux hamps

prédé�nis dans le but d'alimenter une base de onnaissanes (Pazienza, 1997) qui pourra

par la suite être onsultée par des êtres humains. Une façon de représenter es onnais-

sanes est de remplir automatiquement des formulaires en rapport ave les douments à

analyser. Chaque formulaire ontient un ensemble d'informations �xé que les systèmes

de TAL doivent retrouver de manière automatique. Un exemple d'un doument et d'un

formulaire rempli lui orrespondant est donné dans la �gure 1.2.

Le formulaire de l'exemple en �gure 1.2 représente un évènement, pour lequel diverses

informations doivent être extraites :

� des informations générales le onernant : son type, son lieu et sa date.

� ses ateurs : les auteurs et les vitimes.

� les moyens et onséquenes immédiates de l'évènement.

Nombre de es informations rentrent dans le adre de la reonnaissane des entités

nommées. C'est notamment le as des ateurs de l'évènement, qui sont soit des personnes,

soit des organisations. Dans la setion suivante, nous détaillerons don l'objet nous inté-

ressant dans ette thèse, à savoir les entités nommées.

1.3 Les entités nommées

Comme vu dans la setion 1.2, l'extration d'information (EI) est une tâhe qui

onsiste à retrouver de façon automatisée les éléments d'intérêt présents dans des do-

uments, ainsi que de les mettre en relation les uns ave les autres. Dans le adre de ette

thèse, nous nous onentrerons sur un type d'information partiulier, appelées entités

nommées. Plus partiulièrement, nous nous onentrerons sur la tâhe de leur extration

et atégorisation, appelée la reonnaissane d'entités nommées (NER), ette extration

sera faite sur les textes érits. Il s'agit d'une tâhe très importante du TAL qui sert

généralement de point de départ à d'autres tâhes telles que l'extration de relations

(Bunesu and Mooney, 2005), la onstrution d'une base de onnaissanes (Surdeanu,
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Message

TST1-MUC3-0080

BOGOTA, 3 APR 90 (INRAVISION TELEVISION CADENA 1) - [REPORT] [JORGE ALONSO
SIERRA VALENCIA] [TEXT] LIBERAL SENATOR FEDERICO ESTRADA VELEZ WAS KID-
NAPPED ON 3 APRIL AT THE CORNER OF 60TH AND 48TH STREETS IN WESTERN
M.EDELLIN, ONLY 100 METERS FROM A METROPOLITAN POLICE CAI [IMMEDIATE
ATTENTION CENTER]. THE ANTIOQUIA DEPARTMENT LIBERAL PARTY LEADER HAD
LEFT HIS HOUSE WITHOUT ANY BODYGUARDS ONLY MINUTES EARLIER. AS HE
WAITED FOR THE TRAFFIC LIGHT TO CHANGE, THREE HEAVILY ARMED MEN FORCED
HIM TO GET OUT OF HIS CAR AND INTO A BLUE RENAULT.

HOURS LATER, THROUGH ANONYMOUS TELEPHONE CALLS TO THE METROPOLITAN
POLICE AND TO THE MEDIA, THE EXTRADITABLES CLAIMED RESPONSIBILITY FOR
THE KIDNAPPING. IN THE CALLS, THEY ANNOUNCED THAT THEY WILL RELEASE THE
SENATOR WITH A NEW MESSAGE FOR THE NATIONAL GOVERNMENT.

LAST WEEK, FEDERICO ESTRADA VELEZ HAD REJECTED TALKS BETWEEN THE GO-
VERNMENTAND THE DRUG TRAFFICKERS.

Fihe

0. MESSAGE ID TSTI-MUC3-O080

1. TEMPLATE ID 1

2. DATE OF INCIDENT 03 APR 90

3. TYPE OF INCIDENT KIDNAPPING

4. CATEGORY OF INCIDENT TERRORIST ACT

5. PERPETRATOR: ID OF INDIV(S) THREE HEAVILY ARMED MEN

6. PERPETRATOR: ID OF ORG(S) THE EXTRADITABLES

7. PERPETRATOR: CONFIDENCE CLAIMED OR ADMITTED: "THE EXTRADITABLES"

8. PHYSICAL TARGET: ID(S) *

9. PHYSICAL TARGET: TOTAL MUM *

i0. PHYSICAL TARGET: TYPE(S) *

ii. HUMAN TARGET: ID(S) FEDERICO ESTRADA VELEZ" ("LIBERAL SENATOR")

12. HUMAN TARGET: TOTAL MUM 1

13. HUMAN TARGET: TYPE(S) GOVERNMENT OFFICIAL: "FEDERICO ESTRADA VELEZ

14. TARGET: FOREIGN NATION(S) -

15. INSTRUMENT: TYPE(S) *

16. LOCATION OF INCIDENT COLOMBIA: MEDELLIN (CITY)

17. EFFECT ON PHYSICAL TARGET(S) *

18. EFFECT ON HUMAN TARGET(S) -

Figure 1.2 � Exemple de doument et de son formulaire rempli. Ces formulaires étaient

le but de MUC-3 (Chinhor et al., 1993)

2013), l'entity linking (Doddington et al., 2004), la résolution de haînes de oréférene

(Denis et al., 2009; Durrett and Klein, 2014; Hajishirzi et al., 2013), le résumé automa-

tique (Gupta and Lehal, 2011), les systèmes de questions-réponses (Han et al., 2017), et.

Elle permet, plus largement, l'aès à l'information (Nouvel et al., 2015) pertinente pour

des tâhes qui autrement seraient irréalisables.

Il n'y a pas de dé�nition préise ommunément aeptée de e qu'est une entité nom-

mée. Les linguistes s'aordent ependant pour dire qu'une entité nommée est une unité

linguistique de nature référentielle. Prenons l'exemple des personnes, ommunément ad-
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mises omme étant des entités nommées. Si, dans un texte �gure � le président français

Emmanuel Maron �, nous savons ave ertitude que nous référons à une unique personne

lairement identi�able

1

. Une instane dans le texte d'une entité nommée est appelée une

mention. Dès que l'on essaie d'aller au delà de es propriétés élémentaires, des divergenes

fondamentales apparaissent quant à la nature d'une entité nommée. Fort et al. (2009) in-

dique qu'une entité nommée doit avoir la propriété d'uniité référentielle, 'est-à-dire

qu' � un nom propre renvoie à une entité référentielle unique, même si ette uniité est

ontextuelle �. Poibeau (2005), quant à lui, onteste l'uniité de ette référene et préfère

les quali�er de dénotationnelles, e qui implique une ertaine intention à l'inverse de la

référene. Il indique notamment le �té hautement polysémique de ertaines entités qu'il

n'est pas toujours possible de distinguer. C'est notamment le as des évènements souvent

mentionnés à l'aide de la date où ils sont survenus.

L'une des premières dé�nitions d'entités nommées vient de la ampagne Message Un-

derstanding Conferene 6 (MUC-6) (Grishman and Sundheim, 1996), où elles étaient dé-

�nies omme � tous les noms propres et quantités d'intérêt �. Elle ouvrait les personnes,

les lieux et les organisations d'une part, et les expressions temporelles (date et heure) et

les expressions numériques (montant monétaire et pourentage) d'autre part. L'idée de

ette dé�nition était d'être la plus simple possible, auun élément onstitutif n'avait à être

retrouvé. Pour les personnes, la reonnaissane des prénoms et noms de familles n'était

nullement important, seule l'identi�ation était utile. Il y a en revanhe une exeption à

ette règle : pour les dates et heures, si une ville était mentionnée pour indiquer le fuseau

horaire, la ville devait également être identi�ée. Par exemple, � 1 :30 p.m. Chiago time �

est une expression temporelle à l'intérieur de laquelle le lieu � Chiago � doit également

être trouvé

2

. Nous pouvons déjà voir que, dès leur réation, les entités nommées avaient

un ertain besoin de struturation de l'information a�n d'être su�samment préises.

Plus tard, la ampagne Automati Content Extration (ACE) (Doddington et al.,

2004) a donné omme périmètre aux entités nommées les personnes, les organisations,

les lieux, les bâtiments, les armes, les véhiules et les entités géo-politiques. Ces entités

pouvaient être ra�nées à l'aide de sous-types. Les entités nommées étaient struturées

selon un shéma d'imbriations, des entités pouvant se reouvrir les unes les autres. Par

exemple, l'entité de type personne � le président français Emmanuel Maron � ontien-

drait également l'entité � Emmanuel Maron � de même type. Cette ampagne inluait

1. ela n'est vrai que pare que l'exemple ii, même sans ontexte, n'est pas ambigu

2. exemple repris de http://www.s.nyu.edu/s/faulty/grishman/NEtask20.book_16.html#

HEADING43
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plusieurs tâhes onnexes à la reonnaissane d'entités nommées, à savoir la reonnais-

sane des relations qui les lient, ainsi que l'extration d'évènements. Ii, le �té appliatif

de la reonnaissane d'entités nommées est on ne peut plus lair.

Sekine and Nobata (2004) a quant à lui dé�ni 150 types d'entités nommées organisés

de façon hiérarhique. Le but était de donner une dé�nition générale de e qu'est une

entité nommée pour omprendre un maximum de as d'usage. Si un as d'usage s'avère

plus partiulier, il est possible de n'utiliser qu'une partie de la hiérarhie.

Ehrmann (2008) a proposé la dé�nition d'entités nommées suivante, qui nous semble

la plus adaptée dans notre ontexte :

� Étant donnés un modèle appliatif et un orpus, on appelle entité nom-

mée toute expression linguistique qui réfère à une entité unique du modèle de

manière autonome dans le orpus. �

La notion de modèle appliatif de ette dé�nition sert à indiquer que e que l'on

onsidère omme entité nommée peut hanger pour de nombreuses raisons, la plus évi-

dente étant l'appliation à un domaine di�érent. Il est assez peu intéressant, par exemple,

de reonnaître les personnes dans les textes parlant de himie, tout omme reonnaître

des protéines dans des artiles de journal d'information. Le modèle appliatif rend bien

ompte que la notion d'entités nommées n'est pas autonome, un même orpus pouvant

être annoté très di�éremment selon la �nalité du modèle. Cette notion d'entités nommées

est souvent rattahée à son domaine d'appliation lorsque e dernier di�ère totalement de

elui dé�ni par Grishman and Sundheim (1996) : on parle par exemple d'entités nommées

biomédiales ou d'entités nommées himiques. Cette dé�nition montre également l'impor-

tane du orpus pour ette tâhe, e qui sera le sujet de notre prohain hapitre, où nous

détaillerons les orpus que nous avons onsidérés et que nous avons retenus (ou non) selon

qu'ils orrespondaient à notre domaine appliatif (ou non).

Nous pouvons ependant nous questionner sur l'uniité référentielle dans les domaines

biomédiaux et himiques. En e�et, il existe plusieurs moléules de même omposition

(ex : eau, bia�ne, et.) qui sont pourtant désignées de manière indistinguible, à l'inverse

des personnes qui sont, elles, uniques. Dans le adre de la REN biomédiale ou himique,

la référene ne se fait don pas sur un élément du monde réel distinguable, mais au

onept auquel il se rapporte. Al-Hegami et al. (2017) indique que � la REN [...℄ omprend

notamment l'identi�ation et la lassi�ation des mots ou séquenes qui dénotent un

onept ou une entité [...℄ Les entités nommées d'un domaine spéi�que sont es termes
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ou syntagmes qui dénotent des onepts pertinents pour un domaine partiulier �

3

.

Même si la plupart des orpus dé�nissent la struturation omme des imbriations,

une véritable struturation des entités nommées est rarement théorisé et expliité. Quaero

(Rosset et al., 2011) est l'un des premiers, si e n'est le premier, guide d'annotation à

proposer une véritable struturation des entités nommées, au delà de la simple imbriation.

Nous avons vu qu'en e qui onerne les entités nommées, il est presque impossible

de se passer entièrement de toute forme de struturation. Dans la setion suivante, nous

détaillerons plus ette notion de struturation et pourquoi elle est utile.

1.4 La struturation dans les entités nommées

Dans le adre de ette thèse, nous souhaitons étudier les phénomènes de struturation

qui entourent les entités nommées. Comme nous l'avons vu dans la setion préédente,

les entités nommées sont des objets intrinsèquement struturés. Il onvient ependant

de dé�nir e que nous appellerons par la suite les phénomènes de struturation. Nous

onsidérerons ii deux grandes formes de struturation.

La première forme de struturation onsiste à identi�er les éléments onstitutifs d'une

entité nommée dans le texte. Si nous revenons sur l'entité � le président français Em-

manuel Maron �, le token � président � est un indie ontextuel fort pour désigner une

personne. Il est ourant de reourir à des lexiques regroupant es tokens lorsqu'un système

de reonnaissane des entités nommées doit être produit. Il n'est plus à démontrer que

l'utilisation de telles ressoures lexiales permet d'améliorer les systèmes. Ces lexiques

sont généralement onstitués à la main ou réupérés de bases de onnaissanes sur le

web type DBPedia (Auer et al., 2007). L'une des hypothèses de e manusrit est que es

lexiques peuvent être onstitués de manière automatique à partir d'exemples avant d'être

réinjetés dans des systèmes de reonnaissane des entités nommées a�n d'en améliorer

la qualité. Les avantages de ette méthode est d'être simple à mettre en ÷uvre et d'être

adaptable à la tâhe et au orpus. Dans le adre plus spéi�que de la reonnaissane des

entités nommées biomédiales et himiques, es éléments ontextuels peuvent être trou-

vés diretement sur le token. Par exemple, le su�xe "-ase" est utilisé pour les enzymes,

"-ose" pour les sures (gluose, frutose, xylose), "-ol" pour les alools (ethanol, xylitol),

"-ine" pour les protéines (gélatine, albumine). Ces éléments peuvent, en revanhe, être

3. traduit de l'anglais : "NER [...℄ involves the identi�ation and lassi�ation of words or sequenes

of words denoting a onept or entity [...℄ Domain-spei� named entities are those terms or phrases that

denote onepts relevant to one partiular domain"
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ambigus. En e�et, le su�xe "-ine" peut également être assoié à des éléments himiques

(aspirine). Bien qu'ils ne peuvent pas su�re en eux-mêmes, es éléments permettent tout

de même d'avoir des indies intéressants pour identi�er des entités dans des as aussi bien

spéi�ques que généraux. Un des buts de ette thèse sera don de proposer des méthodes

pour extraire et intégrer des éléments ontextuels dans des systèmes de reonnaissane

des entités nommées.

Comme nous l'avons vu pour les ampagnes MUC-6 et ACE, une autre forme de stru-

turation est de nature plus syntaxique. Les entités ont une struture arborées que l'on

peut rapproher des onstituants syntaxiques. Cette forme de struturation est partiuliè-

rement utile pour former graduellement une entité nommée omplexe. Si nous reprenons

l'exemple � le président français Emmanuel Maron �, nous avons déjà une entité dans

sa forme la plus simple en � Emmanuel Maron �, à laquelle nous pouvons rajouter un

titre a�n de la dé�nir plus préisément. Nous remarquons que ette imbriation du titre

re�ète la présene d'un élément ontextuel fort permettant l'identi�ation ontextuelle

de la mention "minimale". En e sens, nous avons une struturation au niveau des syn-

tagmes. Cette struturation pourrait même s'étendre à un plus haut niveau syntaxique :

par exemple si nous lisons � la Frane a gagné son math. �, nous savons que � Frane �

ne réfère pas au pays en tant que lieu, mais à une organisation (ii, sportive), ar elle est

le sujet d'un verbe d'ation. Dans ette thèse, nous souhaitons aborder ette struturation

au niveau des syntagmes, ar il s'agit d'éléments pertinents sur lesquels tout système se

base pour identi�er une mention dans le texte. Nous pensons que es tokens peuvent être

très aisément extraits et injetés dans des systèmes de reonnaissane des entités nom-

mées a�n d'améliorer leur qualité en limitant l'e�ort humain néessaire à la onstitution

de telles listes au maximum.

1.5 Cadre et enjeux industriels

Cette thèse a été réalisée au sein du Laboratoire Lattie et de TEMIS SA (ahetée

en ours de thèse pour devenir Expert System Frane). L'outil de reonnaissane des

entités nommées produit par ette soiété est un système à base de règles, onstruit sur

de nombreuses années de travail. Il devient di�ile ave le temps de l'adapter et de le

maintenir, des hangements pouvant avoir des nombreux impats sur les résultats en

raison de la omplexité du système. De plus en plus, il y a une demande d'outils qui ont

une bonne adaptabilité aux données, à la tâhe, ou à la langue. Ce �té adaptable est un
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point faible des systèmes à base de règles, qui demandent l'intervention d'un expert et est

onsommateur en temps. A�n d'être plus adaptable, la soiété a déidé de reourir aux

les tehnologies par apprentissage automatique. Le grand avantage de es tehnologies

est qu'elles s'alimentent d'exemples. Dans nos as appliatifs, es exemples onstituent la

plupart des retours lients. L'apprentissage automatique o�re don une manière d'intégrer

les retours lients de façon transparente dans un système pour l'adapter aux tâhes et

données lients. Cela permet également de grandement modi�er la répartition du travail :

le travail d'annotation est e�etué par le lient et non pas par l'expert entreprise, qui

supervisera simplement le lient de manière pontuelle, e qui allège la harge de travail

du �té de l'entreprise et proure plus d'indépendane au lient.

La struturation telle que proposée par le guide d'annotation Quaero (Rosset et al.,

2011), où les noms et prénoms des personnes sont identi�és, est intéressante pour des

as appliatifs très onrets. Par exemple, les déisions de justies sont (souvent) rendues

publiques, mais il n'est pas possible de les poster sans qu'elles soient anonymisées, a�n

de ne pas identi�er les parties impliquées. Dans la plupart des as, seul le nom de famille

d'une partie doit être anonymisé, e proessus doit atuellement être fait manuellement.

Si nous voulons l'automatiser, nous ne pouvons pas nous ontenter d'identi�er la personne

sans distinguer son nom et son prénom. Ce type d'appliation est typiquement e pour

quoi la soiété Expert System est solliitée.

De manière générale, des entités nommées sont identi�ées dans les textes pour être

mises en relations les unes ave les autres. Dans les as biomédial et himique, es relations

servent notamment à e�etuer de la veille. Si nous herhons de nouveaux traitements

pour une maladie, les nouveaux médiaments déouverts, des informations générales sur

une protéine, et. il n'est pas possible de fouiller manuellement toute la littérature à la

reherhe de ette information. À et e�et, des systèmes doivent être mis en plae pour

les identi�er à la plae des êtres humains et être en mesure de leur restituer l'information

de manière digeste. Cette extration ommene toujours par l'identi�ation des entités

nommées.

Comme nous l'avons vu plus haut, la reonnaissane d'entités nommées est un domaine

très large et la notion d'entités nommées est très dépendante du orpus utilisé. Pour ette

raison, dans la prohaîne setion nous nous onentrerons sur les di�érents orpus que

nous avons onsidérés dans le adre de ette thèse. Après avoir présenté les di�érents or-

pus d'entités nommées, nous présenterons les di�érentes méthodes qui existent à l'heure

atuelle pour répondre à ette tâhe. Nous étudierons ensuite la "morphologie" d'une
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entité nommée et omment l'extraire a�n d'alimenter des algorithmes par apprentissage.

Nous verrons ensuite les entités nommées struturées dont la forme est typiquement ar-

boresente avant de onlure et d'o�rir des perspetives de travaux futurs.
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Chapitre 2

Corpus d'entités nommées
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Comme nous l'avons vu préédemment, les entités nommées sont intrinsèquement

liées à leur orpus. Dans e hapitre, nous parlerons prinipalement de es derniers a�n de

présenter un éventail des orpus que nous avons onsidérés dans le adre de ette thèse.

Cette liste ne se veut pas exhaustive, de nombreux orpus annotés en entités nommées

existent mais ne sont pas néessairement utilisables dans le adre de ette thèse, ou sortent

des as gérés par l'entreprise. Dans un premier temps, nous parlerons des di�érentes

mesures de qualité a�n d'évaluer les annotations produites par les humains. Nous parlerons

ensuite plus en détail des di�érents orpus que nous avons onsidérés. La plupart des

orpus que nous présenterons ontiennent des entités nommées struturées, la plupart

des entités nommées ayant une forme arborée. Dans la suite, nous traitons également le

Frenh Treebank annoté en entités nommées, qui n'a pas de struturation, a�n de réer

25



un système état-de-l'art, même si e dernier n'est pas le orpus ayant le plus d'intérêt

dans le adre de ette thèse.

2.1 Constrution d'un orpus en entités nommées

Dans ette setion, nous présenterons brièvement le proessus de réation d'un or-

pus annoté dans l'optique d'une appliation en TAL. Nous donnerons d'abord un aperçu

général du proessus d'annotation, puis nous détaillerons le alul d'un indie de la qua-

lité d'une annotation, l'aord inter-annotateurs et �nalement nous verrons omment les

données doivent être partitionnées pour que des outils de TAL puissent être évalués sur

un orpus annoté.

La question de la onstrution d'un orpus est importante dans le adre de la REN, les

entités nommées étant dépendantes de leur orpus, omme préisé par Ehrmann (2008).

Le proessus d'annotation permet d'évaluer la di�ulté de la tâhe, les mesures d'aord

inter-annotateurs étant un indie de la reprodutibilité de la tâhe en question. Connaitre

le proessus général de l'annotation d'un orpus permet également de voir quels sont les

potentiels problèmes qui sont liés à la réation de ette ressoure importante. Lorsque de

nouveaux domaines ou de nouvelles langues doivent être traitées, il onvient de réer de

nouvelles ressoures annotées, la onnaissane d'un proessus général est don importante.

Cela permet également d'avoir un regard ritique sur les ressoures sur lesquelles nous

travaillons, a�n de les améliorer ou d'améliorer la qualité des ressoures futures.

2.1.1 Aperçu général du proessus d'annotation

Dans ette setion, nous proposons une vue simpli�ée du proessus d'annotation. Nous

nous sommes basés sur la thèse de Fort (2012) pour l'ériture de ette setion. Toutes les

informations données dans ette setions en sont extraites.

Comme l'a souligné Fort (2012), une ampagne d'annotation ne ommene pas ave

l'annotation elle-même, mais par l'identi�ation des ateurs prinipaux dont haun a un

r�le préis à jouer. Elle distingue les r�les prinipaux suivants :

1. le ou les �nanier(s), qui fournit les fonds pour la ampagne d'annotation et

éventuellement son évaluation ;

2. le(s) lient(s) ou donneur(s) d'ordre, pour lesquels le orpus annoté répond à

un besoin de plus haut niveau, omme réer ou évaluer des outils ;
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3. le gestionnaire de la ampagne, qui doit s'assurer de la bonne mise-en-plae

et du bon déroulement de la ampagne ;

4. le ou les annotateur(s) expert(s), des spéialistes du domaine, voire de la

tâhe, qui gère les annotateurs et font au besoin l'adjudiation du orpus ;

5. les annotateur(s), qui réalisent onrètement l'annotation ;

6. le ou les évaluateur(s), hargés d'évaluer la qualité du orpus annoté et/ou des

outils d'intérêt pour les lients.

Une fois es r�les attribués (ertaines personnes peuvent ouper plusieurs r�les, mais

e n'est pas sans risque), la première étape pour l'annotation d'un orpus onsiste à établir

un shéma d'annotation. Ce shéma permet de déterminer trois éléments :

1. e qui est aessible à l'utilisateur, appelé le shéma externe. Il s'agit généralement

de l'interfae proposée par un logiiel d'annotation. Un exemple de logiiel pour

l'annotation est GATE (Cunningham, 2002) et est illustré dans la �gure 2.1.

2. omment struturer les annotations. Fort (2012) parle de la struture logique du

shéma d'annotation (appelée par ailleurs modèle, shéma ou format). Il s'agit de

la spéi�ation de l'annotation d'un point de vue formel.

3. omment stoker physiquement les annotations. Il s'agit en général du format de

�hiers et de la syntaxe de l'annotation. Deux exemples sont donnés dans la �gure

2.2.

Figure 2.1 � Un exemple d'annotation ave l'outil GATE.

Il existe deux grands méthodes pour stoker les annotations assoiées à un texte : les

annotations insérées et les annotations déportées. Dans la méthode insérée, les annotations
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sont diretement insérées dans le texte, a l'avantage d'être plus simple et d'o�rir au leteur

l'annotation diretement dans le texte. La méthode déportée, où les annotations sont

stokées en dehors du texte, permet une struturation plus simple des annotations et ne

modi�e pas le ontenu textuel d'origine, mais peut s'avérer plus ompliquée à replaer

dans le texte. Des exemples sont donnés dans la �gure 2.2. Il n'existe pas vraiment de

format standard universel, dans le sens où haque logiiel utilise généralement son propre

format en interne. Il existe ependant des formats standardisés, généralement utilisés dans

un but d'éhange (ils sont généralement onvertis en format interne par un logiiel), parmi

lesquels nous pouvons iter les reommandations TEI

1

(Sperberg-MQueen et al., 1994)

ou le format BioC (Comeau et al., 2013) pour les textes biomédiaux.

<doument><text>

<mention type="Person">Yoann Dupont</mention> fait une thèse à

<mention type="Organisation">Paris 3</mention>.</text>

</doument>

<doument>

<text>Yoann Dupont fait une thèse a Paris 3.</text>

<mention type="Person" start="0" length="12" />

<mention type="Organisation" start="30" length="7" />

</doument>

Figure 2.2 � Un exemple d'annotation insérée et un équivalent déporté au format XML.

Ce shéma doit être établi avant le début du travail des annotateurs et doit être �gé

une fois le proessus d'annotation ommené, au risque de donner un résultat inohérent.

Un guide d'annotation doit être fourni, il s'agit d'un �hier expliquant e que représente

haque entité et e qui doit ou non être annoté omme tel. Ce �hier devra être utilisé

par les annotateurs a�n de omprendre la tâhe telle qu'elle est prévue et de les aider en

as d'interrogation.

La réation d'un guide d'annotation se fait à l'aide d'une mini-ampagne de préan-

notation par un expert. Elle permet de voir les premiers problèmes liés à la tâhe et de

fournir les diretions générales à utiliser de manière onrète. Ce guide d'annotation sera

ensuite mis à jour au début de la ampagne d'annotation a�n de prendre en ompte les

retours des annotateurs.

Une fois l'annotation du orpus �nie, la ampagne d'annotation passe alors dans la

phase de �nalisation. Si le orpus est jugé dans un état su�samment bon, il peut d'emblée

être publié. Si des orretions sont jugées néessaires, les annotations fournies par les

di�érents annotateurs sont passées en revue et orrigées avant la di�usion. Cette phase

1. il s'agit plus d'un guide où de nombreux éléments XML sont dé�nis pour aider à la onstrution

d'un type de doument XML. Les reommandations TEI peuvent être utilisées di�éremment de projet

en projet.
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s'appelle l'adjudiation du orpus. Il n'est pas impossible ependant que la ampagne se

soit mal passée et que le orpus ne soit pas exploitable dans un but appliatif, auquel as

il ne sera pas di�usé, menant à l'éhe de la ampagne d'annotation.

Figure 2.3 � Organisation générale d'une ampagne d'annotation. Image reprise de Fort

(2012)

Une étape importante de la ampagne d'annotation onsiste à évaluer le travail réalisé

par les annotateurs. Notamment, la mesure de leur aord permet de donner une idée de

la onsistane des annotations, don de la reprodutibilité de leur travail par des outils

de TAL.

2.1.2 Aord inter-annotateurs

La qualité des orpus annotés produits par les humains est ruiale. En e�et, lorsque

des systèmes doivent être réés pour répondre à une tâhe partiulière, es derniers se

basent souvent sur des exemples observés dans les données. Il est néessaire que es sys-

tèmes soient alors onçus et évalués de manière juste. Le proessus d'annotation d'un

orpus par des êtres humains est long, oûteux, fastidieux et sujet à l'erreur. En e�et, les

humains n'étant pas parfaits eux-mêmes, es derniers ommettent des erreurs. Diverses

auses réurrentes existent parmi lesquelles, notamment :

� la gestion des as ambigus. En e�et, même ave un bon guide d'annotation,

il est rare que tous les as soient ouverts, e qui peut pousser les annotateurs à

prendre des déisions arbitraires.

� l'inonsistane d'un annotateur. Les humains qui e�etuent des annotations
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annotent rarement de la même façon au début de la phase d'annotation qu'à la �n.

� les désaords entre annotateurs. Comme nous l'avons vu, les humains ne sont

pas toujours ohérents ave eux-mêmes, e phénomène est souvent ampli�é lorsque

plusieurs humains font partie du proessus.

Il est rarement possible qu'un omité puisse évaluer et orriger l'ensemble des anno-

tations d'un orpus, ar e serait trop demandant en ressoures humaines. Il est possible

de réduire es problèmes en amont, Fort et al. (2009) propose notamment d'utiliser des

guides d'annotations indiquant � e qui doit être annoté, plut�t que omment l'annoter

� et en ayant reourt à des outils spéialisés. Une fois les annotations produites, il est

possible de donner une idée de leur qualité selon deux mesures omplémentaires :

� l'aord inter-annotateurs, qui mesure la stabilité de l'annotation d'une per-

sonne à une autre. Un faible aord inter-annotateurs peut indiquer soit un guide

d'annotation peu lair soit une tâhe trop omplexe.

� l'aord intra-annotateur, qui mesure la onsistane d'un annotateur à travers

le temps. Un faible aord intra-annotateur peut indiquer une mauvaise expertise

de l'annotateur.

L'aord intra-annotateur étant assez peu utilisé par rapport à l'aord inter-annotateurs,

nous ne parlerons dans la suite que du seond.

Une première mesure de l'aord inter-annotateurs serait de simplement prendre le

pourentage d'aord entre deux annotateurs a�n d'avoir une estimation de la ohérene

d'une annotation. Supposons que nous avons 100 douments pour lesquels deux atégories

peuvent être attribuées, A ou B. Cet ensemble de atégories sera noté C. A�n d'évaluer

l'aord inter-annotateurs, nous avons demandé à deux personnes, h1 et h2, d'annoter les

100 douments. Les résultats des annotations de h1 et h2 sont donnés dans le tableau 2.1.

h1

1 2

h2

1 55 20

2 10 15

Table 2.1 � les annotations de h1 et h2 sur 100 douments. Les sores sur la diagonale

indiquent que h1 et h2 sont d'aord. Les autres sores indiquent le nombre de désaords.

A�n d'évaluer l'aord entre les annotateurs, nous dé�nissons une fontion count(h1, c1, h2, c2)

omptant le nombre de fois que l'annotateur h1 a pris la déision 1 tandis que l'annota-

teur h2 a pris la déision 2. Si l'on se réfère au tableau 2.1, l'aord global observé entre

h1 et h2, noté po, est équivalent à l'indie de Jaard :

30



po(h1, h2) =
|h1 ∩ h2|

|h1 ∪ h2|
=

∑

c∈C count(h1, c, h2, c)
∑

c1∈C

∑

c2∈C count(h1, c1, h2, c2)
=

55 + 15

55 + 20 + 10 + 15
= 0.7

(2.1)

Où h1 ∩ h2 est l'intersetion des déisions de h1 et h2 et h1 ∪ h2 est l'union des

déisions prises h1 ou h2. po mesure don la proportion d'aord entre les annotateurs.

L'inonvénient de ette mesure est que les lasses majoritaires vont avoir plus de poids

et faire gon�er arti�iellement la valeur de l'aord. Pour s'en onvainre, alulons la

probabilité d'un aord selon une lasse préise. Pour un élément c ∈ C elle se note pc et

est ii :

pc1 =

∑

c∈C count(h1, c1, h2, c)
∑

c1∈C

∑

c2∈C count(h1, c1, h2, c2)
×

∑

c∈C count(h1, c, h2, c1)
∑

c1∈C

∑

c2∈C count(h1, c1, h2, c2)

=
55 + 10

55 + 20 + 10 + 15
×

55 + 20

55 + 20 + 10 + 15
= 0.65× 0.75 = 0.4875

pc2 =

∑

c∈C count(h1, c2, h2, c)
∑

c1∈C

∑

c2∈C count(h1, c1, h2, c2)
×

∑

c∈C count(h1, c, h2, c2)
∑

c1∈C

∑

c2∈C count(h1, c1, h2, c2)

=
20 + 15

55 + 20 + 10 + 15
×

10 + 15

55 + 20 + 10 + 15
= 0.35× 0.25 = 0.0875

(2.2)

La probabilité d'un aord sur l'ensemble des lasses que l'on peut espérer attendre,

noté pe, se note alors :

pe = pc1 + pc2 = 0.4875 + 0.0875 = 0.575 (2.3)

Comme nous le voyons dans l'équation 2.3, l'aord par rapport à haque lasse est

bien inférieur à l'aord global de 0.7 donné dans l'équation 2.1. L'aord global observé a

un autre inonvénient : il onsidère omme équiprobable un aord ou un désaord. Dans

la réalité, lorsqu'une tâhe doit être réalisée, les annotateurs ont une ertaine onnaissane

de la tâhe qui fait qu'ils auront tendane à être d'aord de manière plus régulière. Une

mesure d'aord inter-annotateurs, pour être plus informative, doit pouvoir prendre en

ompte l'aord que l'on est en mesure d'attendre, appelé aord attendu, a�n d'évaluer

si l'annotation est e�etivement bonne ou mauvaise. La métrique la plus ommunément

utilisée pour mesurer l'aord inter-annotateurs qui prend en ompte ette attente est le

κ de Cohen (Cohen, 1960).

Le κ de Cohen (simplement κ par la suite) se dé�nit omme :
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κ =
po − pe
1− pe

= 1−
1− po
1− pe

(2.4)

Où po est l'aord global observé et pe l'aord global attendu. Si nous appliquons la

formule du κ :

κ = 1−
1− po
1− pe

= 1−
1− 0.7

1− 0.575
≈ 0.29 (2.5)

Bien qu'il n'existe pas de grille globalement aeptée pour interpréter κ, il est aepté

que e sore de 0.29 est très bas et montre un global désaord. Le κ a ependant un

potentiel problème : il ne peut mesurer l'aord qu'entre deux annotateurs. S'il faut évaluer

l'aord de plus de deux annotateurs, d'autres mesures doivent être employées. La mesure

d'un κ, bien que très importante, est malheureusement rare dans la vraie vie. En e�et,

les annotateurs sont rares (il peut n'y en avoir qu'un seul) et le proessus d'annotation

très oûteux sur de larges données. Des ontraintes de temps peuvent faire que le κ n'est

pas alulé. Il n'est pas impossible qu'une seule personne se voit annoter l'entièreté d'un

orpus, rendant impossible le alul d'un κ. Il faut par ailleurs noter qu'un κ n'est pas

auto-su�sant. Lorsqu'un orpus annoté doit être fourni, il est important d'e�etuer une

passe de révision des annotations une fois le premier travail d'annotation e�etué.

Un autre inonvénient du κ pour les entités nommées, et non des moindres, est dans

son alul même. En e�et, le κ suppose que toutes les instanes soient onnues, même

les négatives, e qui est inonnu pour les entités. Il existe divers moyens de l'approximer.

Grouin et al. (2011) ont proposé diverses méthodes pour ela. Celle nous semblant la

plus juste utilise omme ensemble de référene l'union des déisions prises par les deux

annotateurs. Deleger et al. (2012) propose d'utiliser la f-mesure (détaillée dans la setion

3.1) à la plae du κ.

À présent que nous avons une métrique apable de mesurer la stabilité d'une annota-

tion (don sa reprodutibilité), nous allons détailler les di�érents orpus que nous avons

onsidérés dans le adre de la thèse.

2.1.3 Partitionnement des données

Lorsqu'un orpus est fourni pour e�etuer une tâhe, les systèmes doivent prendre

en ompte ses spéi�ités a�n d'être e�aes. A�n d'éviter le biais d'être évalué sur les

mêmes données ayant permis d'adapter les systèmes, il onvient de déouper de façon

adéquate les orpus a�n de réduire au maximum le biais d'évaluer des systèmes optimisés
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sur les données. Il existe pour ela deux méthodes prinipales a�n de partitionner un

orpus.

La première est une partition entraînement / développement / test. Le orpus d'en-

traînement est utilisé pour dé�nir les traits à utiliser dans un système et pour l'entraîner.

Le orpus de développement sert à e�etuer une pré-évaluation de la qualité d'un système,

il sert également à en optimiser le paramétrage. Le orpus de test est le orpus servant

à l'évaluation �nale du système, il ne doit pas être utilisé pour optimiser les paramètres,

mais uniquement pour tester la qualité d'un système. L'avantage de ette méthode est que

la partition du orpus est �xe, e qui permet une omparaison plus simple des di�érents

systèmes.

La seonde est la ross validation (validation roisée). Nous ne parlerons ii que de sa

variante la plus populaire dans le TAL, la validation roisée en N plis (Geisser, 1975). Son

prinipe est de déouper le orpus en N parts égales, d'utiliser N-1 parts pour l'entraîne-

ment et 1 part pour le test, en utilisant les N ombinaisons possibles. Chaque ombinaison

train/test est appelée un pli. Cette méthode est onseillée lorsque le orpus est peu volu-

mineux ou hétérogène. Lorsque la validation roisée est utilisée, haque phrase du orpus

est vue au moins une fois pour le test, e qui permet une évaluation des systèmes plus

juste tout en limitant les phénomènes de biais.

2.2 Corpus d'entités nommées

Dans ette setion, nous présenterons les orpus que nous avons onsidérés dans le

adre de ette thèse. Cette dernière étant dans un adre industriel, nous nous sommes

limités à ertains orpus respetant ertains ritères. Le premier est le ritère de la langue :

nous avions la possibilité de travailler sur le français, l'anglais, l'allemand, l'italien, le

hollandais et l'espagnol. Le seond ritère est elui des domaines des orpus, à savoir les

domaines "atualités", biomédial et himique. Pour ela, nous n'avons pas pu travailler

sur ertains orpus omme le Prague Dependeny Treebank (Bej£ek and Stra¬ák, 2010)

ou le Corpus National du Polonais (Savary et al., 2010).

2.2.1 CHEMDNER

Le orpus CHEMDNER (Krallinger et al., 2015) est un reueil de résumés d'artiles

PubMed annotés en entités himiques sur lequel ont été organisées deux tâhes : la pre-

mière appelée CDI (Chemial Doument Indexing) demandait aux onurrents, pour
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haque doument d'un ensemble, de donner une liste triée d'éléments himiques men-

tionnés dans elui-i. La seonde, appelée CEM (Chemial Entity Mention reognition)

demandait de retrouver les di�érentes mentions d'entités himiques dans un ensemble

de douments. Nous nous onentrerons dans ette thèse sur la tâhe CEM, qui dérit

huit entités distintes : les entités portant un nom de marque ou générique (TRIVIAL),

les entités himiques au nom omplet (SYSTEMATIC), les abréviations d'entités (AB-

BREVIATION), les formules moléulaires (FORMULA), les familles d'entités (FAMILY),

les identi�ants (IDENTIFIER), les groupes d'entités (MULTIPLE) et les entités dont la

lasse n'a pas pu être déterminée préisément (NO_CLASS). Une �he réapitulative du

orpus est donnée dans la �gure 2.2, tandis que des exemples d'entités sont donnés dans

la �gure 2.4.

orpus CHEMDNER

général annotations

type de texte artiles sienti-

�ques

prétraitements auun

unités d'analyse doument,

titre,

résumé

struturation onjontion*

volume texte

brut

13.7 Mo types

d'entités

8

format xml (annotations

déportées)

aordinter-annotateurs**0.8526

langue(s) Anglais

*éléments spéi�ques de la onjontion non disponibles

**il ne s'agit pas d'un κ, mais d'un taux d'aord.

Table 2.2 � Fihe réapitulative du orpus CHEMDNER pour la tâhe CEM

Une desription ondensée du orpus est disponible dans le tableau 2.3. Nous pouvons

également ajouter qu'environ 10000 entités du test sont inonnues du orpus d'entraî-

nement (39,45%). Ce nombre baisse à 8400 si on onsidère les orpus d'entraînement et

de développement (33,13%). Ce nombre d'entités inonnues est presque le double de e

que l'on peut trouver pour des orpus en entités nommées plus lassiques, e qui illustre

bien l'une des di�ultés de ette tâhe, à savoir la grande taille du voabulaire. L'exemple

donné dans la �gure 2.4 exempli�e la raison prinipale de e fort taux d'entités inonnues :

le �té ombinatoire des entités d'un point de vue morphologique, ette grande variane

ausant un grand nombre de formes di�érentes sur les entités.

Le orpus CHEMDNER a pour avantage d'être très grand et d'avoir un très fort

taux d'aord inter-annotateurs, e dernier atteignant 85.26%. Son inonvénient prinipal

étant les entités de type MULTIPLE, qui sont en fait des onjontions d'entités, ette
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Two new [FAMILY spirostanols] and a new [TRIVIAL furostanol], [MULTIPLE reinocarno-
side A (1), B (2) and C (3)], were isolated from the roots of Reineckia carnea, together
with two known compounds, [SYSTEMATIC (25S)-1β,3β,4β-trihydroxyspirostan-5β-yl-O-β-D-
glucopyranoside] (4), [SYSTEMATIC kitigenin-5β-O-β-D-glucopyranoside] (5).
[...] their anticancer activities were evaluated by [ABBREVIATION MTT] method.
[...] from site-controlled [FORMULA In(Ga)As]/[FORMULA GaAs] quantum dots.
[...] the [FAMILY cyclic pentapeptide] [IDENTIFIER FC131], peptide mimetics, and [FAMILY
dipicolylamine]-containing compounds were designed and synthesized.

Figure 2.4 � Des exemples d'entités orpus CHEMDNER

entraînement développement test

douments 3500 3500 3000

entités 26478 29526 25351

TRIVIAL 8832 8970 7808

SYSTEMATIC 6656 6816 5666

ABBREVIATION 4538 4521 4059

FORMULA 4448 4137 3443

FAMILY 4090 4223 3622

IDENTIFIER 672 639 513

MULTIPLE 202 188 199

NO_CLASS 40 32 41

Table 2.3 � desription brève du orpus CHEMDNER pour la tâhe CEM

struturation n'étant pas prise en ompte par les annotateurs. Autrement dit, les entités

spéi�ques omposant une entité MULTIPLE ne sont pas annotées dans le orpus, ne

permettant pas de les repérer de façon simple.

2.2.2 GENIA

Le orpus GENIA (Kim et al., 2003) est un reueil de 2000 artiles MEDLINE anno-

tés en entités nommées biomédiales, omprenant plus de 400,000 tokens ainsi que près

de 100,000 annotations. Le tableau 2.4 donne une vue d'ensemble du orpus. Plus géné-

ralement, pour e�etuer de la reonnaissane d'entités nommées, la variante utilisée est

elle du dé� JNLPBA 2004 (Kim et al., 2004), où seules les entités raines devaient être

identi�ées. Les aratéristiques prinipales de la variante JNLPBA 2004 de GENIA sont

données dans le tableau 2.5. Des exemples d'annotation sont donnés dans la �gure 2.5.

Genia dispose de quelques éléments de struturation, mais es derniers demeurent

assez peu nombreux. Un exemple typique est "[protein] gene" → "[DNA]" (exemple :

"IL-2 gene", "IL-2" est une protéine et "IL-2 gene" est un DNA). Genia a également

l'inonvénient qu'auun aord inter-annotateurs n'a été alulé malgré la omplexité des

annotations qu'il propose, la qualité des annotations ne peut don pas être erti�ée. Nous

avons ependant pu trouver un doument en double dans le orpus, mais annoté par deux
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orpus Genia

général annotations

type de texte artiles sienti-

�ques

prétraitements auun

unités d'analyse douments*,

phrases

struturation hiérarhique*,

arboresente*

volume texte

brut

3.2 Mo types

d'entités

5

format xml (annotations

insérées)

κ non alulé

langue(s) Anglais

*pour le orpus d'entraînement uniquement

Table 2.4 � Fihe réapitulative du orpus Genia

train test

tokens 492551 101039

phrases 18545 3855

entités 51301 8662

protein 30269 5067

DNA 9533 1056

RNA 951 118

ell line 3830 500

ell type 6718 1921

Table 2.5 � un aperçu du orpus Genia 2004

Figure 2.5 � des exemples d'annotation Genia 2004

annotateurs di�érents : le doument MEDLINE : 97218353 2

. Les deux annotations sont

données dans la �gure 2.6. La tâhe sur le orpus Genia dans le dé� JNLPBA orrespond

à reonnaître les entités de plus haut niveau uniquement, nous avons don évalué les

di�érenes entre les deux annotations. Le premier annotateur a donné 11 entités ontre

17 pour le seond. Parmi toutes les annotations, 10 étaient en ommun pour les deux

annotateurs, 1 avait une di�érene de frontière et 6 présentes hez uniquement un des

2. ela est noté sur la page de DepGenia : https://files.ifi.uzh.h/l/kalju/download/

depgenia/v1/ ainsi que par Lease and Charniak (2005)
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deux annotateurs. Bien que statistiquement non signi�atives, es di�érenes illustrent

l'inertitude quant à la qualité du orpus.

Figure 2.6 � omparaison des annotations sur le doument MEDLINE :97218353

2.2.3 SEM Eval 2007 tâhe 9

La tâhe 9 de SEM'Eval 2007 (Màrquez et al., 2007) ontient un orpus multilingue

d'Espagnol et de Catalan dont un exemple de phrase omplètement annotée est donnée

dans la �gure 2.7. Ils ont été annotés selon trois niveaux, haun onstituant une sous-

tâhe :

� Noun Sense Disambiguation (NSD) : désambiguisation de tous les noms (om-

muns et propres) fréquents

� Named Entity Reognition (NER) : la reonnaissane d'entités nommées ave

ou sans imbriations.

� Semanti Role Labeling (SRL) : ontient elle-même deux sous-tâhes ; l'anno-

tation des r�les sémantiques des prédiats verbaux (SR) et l'étiquetage des verbes

selon leur lasse sémantique (SC).

La sous-tâhe qui nous intéresse ii est la NER. Le orpus SEM'Eval 2007 onsidère

deux types d'entités : les entités fortes et les entités faibles. Les entités fortes sont les

feuilles d'un arbre d'analyse en entités nommées, elles s'étendent sur un unique token dans

le orpus (e token pouvant être une unité multimots). Les entités faibles sont toutes les

autres entités, elles reouvrent au moins une entité forte. Comme il est possible de le voir

dans la �gure 2.7, les entités faibles peuvent être très longues, inluant notamment les as

suivants :

� propositions subordonnées (voir �gure 2.7)

� déterminant dé�ni ("el Bano_Central" omprend l'entité forte "Bano_Central"

et l'entité faible "el Bano_Central")
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orpus SEM-Eval'2007

général annotations

type de texte presse prétraitements déoupage en

phrases, tokens,

annotation POS

et lemmatisation

unités d'analyse phrases struturation imbriations

volume texte

brut

613 Ko (Catalan)

540 Ko (Espagnol)

types

d'entités

5

format tabulaire

κ non alulé

langue(s) Catalan, Espagnol

Table 2.6 � Fihe réapitulative du orpus SEM'Eval 2007

Un grand inonvénient ii est l'absene d'une estimation de l'aord inter-annotateurs

pour la tâhe d'entités nommées spéi�quement, bien qu'il existe pour l'analyse syntaxique

(Civit et al., 2003) et sémantique (Màrquez et al., 2004), un autre étant la dé�nition même

des entités faibles, qui se base plus sur l'analyse syntaxique que sur une véritable dé�nition

des entités nommées. Cela est parfaitement illustré dans la �gure 2.7, où "Zapatero" est

annoté, ainsi que "la omision Zapatero, que ampliara el plazo de trabajo," (la virgule

étant inluse), mais pas "la omision Zapatero", qui nous aurait intéressé ii.

INPUT------------------------------------------------------> OUTPUT------------------------------------->

BASIC_INPUT_INFO-> EXTRA_INPUT_INFO------------------------> NE---> NS------> SR------------------------>

WORD TN TV LEMMA POS SYNTAX NE NS SC PROPS----------------->

---------------------------------------------------------------------------------------------------------

Las - - el da0fp0 (S(sn-SUJ(espe.fp*) * - - * (Arg1-TEM*

onlusiones * - onlusion nfp000 (grup.nom.fp* * 05059980n - * *

de - - de sps00 (sp(prep*) * - - * *

la - - el da0fs0 (sn(espe.fs*) (ORG* - - * *

omision * - omision nfs000 (grup.nom.fs* * 06172564n - * *

Zapatero - - Zapatero np00000 (grup.nom*) (PER*) - - * *

, - - , F (S.F.R* * - - * *

que - - que pr0n00 (relatiu-SUJ*) * - - (Arg0-CAU*) *

ampliara - * ampliar vmif3s0 (gv*) * - a1 (V*) *

el - - el da0ms0 (sn-CD(espe.ms*) * - - (Arg1-PAT* *

plazo * - plazo nms000 (grup.nom.ms* * 10935385n - * *

de - - de sps00 (sp(prep*) * - - * *

trabajo * - trabajo nms000 (sn(grup.nom.ms*))))) * 00377835n - *) *

, - - , F *)))))) *) - - * *)

quedan - * quedar vmip3p0 (gv*) * - b3 * (V*)

para - - para sps00 (sp-CC(prep*) * - - * (ArgM-TMP*

despues_del - - despues_del spms (sp(prep*) * - - * *

verano * - verano nms000 (sn(grup.nom.ms*)))) * 10946199n - * *)

. - - . Fp *) * - - * *

Figure 2.7 � exemple de phrase annotée dans SEM'Eval 2007 tâhe 9

2.2.4 Frenh Treebank (FTB)

Le Frenh Treebank, ou FTB (Abeillé et al., 2003), est un reueil de phrases issues du

journal Le Monde de 1989 à 1995 annotées en arbres syntaxiques de 12354 phrases pour

350931 tokens. Une �he dérivant les aratéristiques prinipales de sa variante en entités
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nommées est donnée dans la �gure 2.7. Dans le adre de ette expériene, nous avons utilisé

sa version annotée en entités nommées fournie par Sagot et al. (2012). On y distingue 7

types d'entités prinipaux : Company (les entreprises), Loation (lieux tels que les villes ou

les pays), Organization (les organisations à but non luratif), Person (personnes réelles),

Produt (les produits), FitionCharater (les personnages �tifs, de série TV ou bande

dessinée par exemple) et �nalement les PointOfInterest (Points d'intérêt tels que l'Opéra).

Certains types ont été sous-typés selon la hiérarhie détaillée dans la �gure 2.8. Bien que

e orpus ne omporte que très peu de struturation au niveau des annotations, il était

intéressant de le traiter pour évaluer la struturation d'un point de vue syntagmatique,

et d'étudier dans quels ontextes apparaissent les entités. Il était également intéressant

ar il existe peu de résultats sur e orpus et nous voulions réer un système état-de-l'art

pour la reonnaissane des entités nommées sur e orpus.

orpus FTB

général annotations

type de texte journalistique prétraitements déoupage en

phrases unique-

ment*

unités d'analyse phrases struturation hiérarhique,

imbriations**

volume texte

brut

1.9 Mo types

d'entités

7

format xml (annotations

insérées)

κ non alulé

langue(s) Français

*le FTB-EN ne ontient que des annotations XML insérées dans le texte

**les pays présents dans les adresses sont annotés à l'intérieur

Table 2.7 � Fihe réapitulative du orpus FTB annoté EN

Le FTB annoté en entités nommées n'a pas de struturation dans le sens où une per-

sonne a un nom et un prénom. Il existe ependant quelques imbriations dans le orpus

dans le as des adresses : en e�et, si la ville est mentionnée dans l'adresse elle sera égale-

ment annotée. Le déoupage du orpus suit le protoole entraînement / développement /

test dé�ni par Crabbé and Candito (2008), dont une vue d'ensemble en termes de nombre

de phrases et d'entités est donnée dans le tableau 2.8.

Entrainement Développement Test

Phrases 9881 1235 1235

Entités 9235 1271 1173

Table 2.8 � Une vue d'ensemble du FTB annoté en entités nommées

Par rapport à l'étendue des entités, sont annotées toutes les entités qui étaient valables
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Figure 2.8 � La hiérarhie des types du FTB annoté en entités nommées

[...] [ORGANIZATION France 3], [COMPANY Canal Plus], [ORGANIZATION M6], documen-
taire sur [ORGANIZATION Arte].
[...] le président de la république du [LOCATION Chili], [PERSON Patricio Aylwin], [...]
[...] les théâtres du [POI Vieux-Colombier] et de la [POI gaîté-lyrique] [...]
[...] ancien propriétaire de la marque [PRODUCT Reebok], [...]
"Nous étions [FICTION_CHARACTER Tintin] bien avant tout le monde [...]

Figure 2.9 � Des exemples d'entités orpus FTB

à l'époque où les artiles journalistiques étaient érits (par exemple, l'URSS existait enore

à ette époque). Cela implique que les pays désormais disparus, omme l'URSS et la

Théoslovaquie, sont annotés dans le orpus ar ils existaient enore à l'époque. Cela

signi�e que la plupart des systèmes à base de règles risquent de ommettre des erreurs

sur es entités qui ne sont généralement plus extraites ar ils n'existent plus. Si l'on se

réfère à Wikipedia

3

, environ 15 pays qui existaient à l'époque du FTB sont aujourd'hui

disparus (don non extraits).

La partiularité du FTB annoté en entités nommées est qu'il dispose également du

référenement des entités nommées selon une base de données, ii Aleda (Sagot and Stern,

2012), extraite automatiquement depuis Wikipedia et Geonames. Le FTB annoté en enti-

tés nommées permet don non seulement d'e�etuer de la reonnaissane d'entités nom-

mées, mais également de l'entity linking (lier une mention d'une entité nommée ave une

entité nommées présente dans une base de onnaissanes).

2.2.5 Le orpus d'adresses de Yu (2007)

Le orpus d'adresses amériaines de Yu (2007) est un orpus de �hiers HTML annotés

manuellement. Ce orpus a été onstitué en requêtant Google ave di�érents jeux de

3. URL : https://fr.wikipedia.org/wiki/Liste_d'États_disparus
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requêtes, haque requête ayant permis de réupérer 1000 pages. Les pages web réupérées

par e proessus ont alors été annotées, seules elles ontenant au moins une adresse ont

été gardées. Ces pages ont ensuite été regroupées en trois atégories :

� Contat a été onstitué à l'aide de deux requêtes : "ontat us"

4

et "ontat in-

formation"

5

;

� Hotel a été onstitué ave les requêtes "Hotel Los Angeles", "Hotel San Franiso",

"Hotel New York" et "Hotel Seattle" ;

� Pizza a été onstitué à l'aide des requêtes "Pizza Los Angeles", "Pizza San Fran-

iso", "Pizza New York", et "Pizza Seattle".

orpus d'adresses de Yu (2007)

général annotations

type de texte pages web prétraitements auun

∅ phrases struturation non*

volume texte

brut

1.9 Mo types

d'entités

1

format HTML

κ non alulé

langue(s) Anglais

*les adresses n'ont pas leurs omposants identi�és, mais es derniers sont apitaux pour leur identi�ation.

Table 2.9 � Fihe réapitulative du orpus d'adresses de Yu (2007)

La quantité d'annotations du orpus est donnée dans le tableau 2.10. Nous voyons

également que la majorité des adresses sont uniques (88%). Cette spéi�ité des adresses

rend le travail intéressant, les systèmes proposant leur identi�ation devant être apables

de généraliser au delà des simples tokens a�n d'être e�aes. Les adresses sont également

intéressantes en raison de leur �té struturé. En e�et, une adresse est omposée de divers

éléments apparaissant en plus ou moins grand nombre et dans un ordre plus ou moins

rigide.

nombre de pages web nombre d'adresses nombre d'adresses uniques

Contat 897 2804 2464

Hotel 956 6150 5363

Pizza 504 3941 3539

All 2,357 12895 11343

Table 2.10 � Vue d'ensemble du orpus d'adresses en termes de douments et d'annota-

tions.

4. "Contatez-nous" en anglais.

5. "oordonnées" en anglais.
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2.2.6 Quaero

Le orpus Quaero (Galibert et al., 2011) est un orpus d'oral transrit onstitué à

partir de journaux télévisés français dont une �he réapitulative est donnée dans la

�gure 2.11. Une vision globale du orpus est donnée dans les tableaux de la �gure 2.12. La

partiularité des spéi�ations des entités nommées Quaero est que deux types d'entités

sont distingués : les omposants et les types (que nous appellerons entité par soui de

larté). Les entités suivent la dé�nition lassique des entités nommées : elles peuvent

être des lieux, personnes, organisations, montants, et. Les omposants, omme leur nom

l'indique, sont les di�érentes parties qui omposent une entité. Par exemple, une personne

a un prénom et/ou un nom, une date absolue a potentiellement une année, un mois, un

jour, et. Cela signi�e qu'un omposant ne peut pas être au plus haut niveau d'un arbre

d'analyse en entités nommées. L'ensemble des omposants et des entités est donné dans

la �gure 2.10.

orpus Quaero

général annotations

type de texte journalistique,

divertissement

prétraitements déoupage en to-

kens

unités d'analyse tour de parole struturation hiérarhique,

arboresente

volume

texte brut

6.97 Mo types

d'entités

67

format pseudo-xml (anno-

tations insérées)

κ 0.82607*

langue(s) Français

*évalué en onsidérant l'ensemble des entités annotées par au moins un annotateur.

Table 2.11 � Fihe réapitulative du orpus Quaero

Les entités nommées du Quaero sont omplexes pour de multiples raisons. La première

est qu'il s'agit d'un orpus d'oral transrit, e qui induit quelques problèmes onnus : les

marqueurs de disours, la grammaire non standard, et les problèmes de transription.

Les entités nommées Quaero sont également très variées et ouvrantes, de nombreux

noms ommuns étant annotés. Il existe de nombreux omposants transversaux (f �gure

2.10), souvent polysémiques et/ou très ontextuels (quelques omposants, omme quali�er,

n'apparaissent jamais de manière isolée). Une autre di�ulté des annotations dans le

orpus Quaero est un grand déséquilibre dans la distribution des entités : par exemple,

l'entité amount et ses omposants val et objet représentent à eux seuls 54% du nombre

total de mentions dans le orpus.

Quelques di�érenes entre Quaero v1 et v2 sont données dans la �gure 2.11. Parmi
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entraînement test

douments 188 18

tokens 1,291,225 108,010

omposants

v1 146,405 8,902

v2 255,498 13,612

entités

v1 113,885 5,523

v2 161,984 8,399

Table 2.12 � Statistiques sur les ensembles d'apprentissage et de test de Quaero

Figure 2.10 � Les omposants et types de Quaero

les plus notables est la disparition des sous-types d'organisations, 'est-à-dire org.ent (en-

treprises), org.adm (organisations) et org.other (autres organisations), remplaées par

org.ind (organisation individuelle) et org.oll (olletion d'organisations). Certains om-

posants kind ont été redé�nis en fun (fontion), e hangement ayant pour onséquene

la disparition des types fun.ind et fun.oll. Certains hangements vont de pair ave

d'autres préédemment ités : dans la v1, fontion et personne étaient deux types d'en-

tités di�érents, alors qu'en v2 l'étendue d'une personne a été allongée pour intégrer sa

fontion si elle est présente. Ce hangement fait ého au hangement de ertains kind en

fun.

Quaero o�re un grand nombre d'annotations de natures très variées, nombre d'entités

étant des groupes nominaux ou des noms propres. C'est par exemple le as des amount

(montant), dont deux exemples sont � deux inendies � ou � des historiens �, mais qui ne

omprennent en revanhe pas les résultats sportifs ou le langage administratif (assertion
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Quaero v1

{

fun.ind pers.ind

kind name name.�rst name.last

le président du Burkina Faso Blaise Compaoré

Quaero v2

{

funtion name name.�rst name.last

pers.ind

Quaero v1

{

org.adm [...℄ org.ent

name [...℄ name

l' État [...℄ à aider la ompagnie

Quaero v2

{

name [...℄ name

org.ind [...℄ org.ind

Figure 2.11 � quelques di�érenes entre Quaero v1 et v2

amount

extrator

un

des objet

pers.oll

quali�er

prinipaux

fun

hefs

quali�er

militaires

du org.ind

name

kind

mouvement

quali�er

patriotique

lo.adm.nat

name

lo.phys.geo

kind

�te

d' ivoire

Figure 2.12 � l'arbre le plus profond de Quaero

22 du guide d'annotation Quaero). La nature générique de ertaines entités les rend parfois

di�iles à appréhender, même humainement (dans ertains as de �gure, ertains types

ou omposants ne sont pas obligatoires).

Bien que la plupart des entités Quaero soient de profondeur 2, il n'y a pas de limite

théorique à la profondeur que peut avoir une entité Quaero : la plus profonde que nous

ayons trouvée dans le orpus a une profondeur de 9 et est représentée dans la �gure 2.12.

2.3 Conlusion

Dans e hapitre, nous avons fait un tour d'horizon de quelques orpus annotés en

entités nommées que nous avons onsidérés au ours de la thèse. Cette liste ne se veut

pas exhaustive, de nombreux orpus annotés en entités nommées existent, une liste plus

omplète que elle détaillée dans ette thèse est notamment donnée dans Rosén et al.
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(2015). Nous avons montré que la plupart des orpus struturent les entités nommées

par imbriations d'entités du même type, omme 'est le as pour le orpus Genia ou

SemEval 2007. Beauoup de orpus ne proposent pas une struturation des annotations à

proprement parler, ou seulement une par imbriations d'entités. Ils demeurent intéressants

ar il proposent soit une annotation fondamentalement struturée omme des adresses

ou permettent d'étudier plus partiulièrement les régularités syntagmatiques des entités.

L'annotation de type Quaero propose une annotation arborée des entités nommées en

distinguant deux sous-lasses : les omposants et les types. Le orpus Quaero est en e

sens assez unique par rapport aux autres orpus présentés ii.

Nous avons vu que les orpus, ressoure essentielle pour la reonnaissane d'entités

nommées, n'avaient que trop rarement une estimation de l'aord inter-annotateurs, même

la plus basique. Il s'agit d'un problème réurrent des orpus dans le domaine du TAL,

dont la qualité des annotations demeure souvent inertaine. Ces manques sont rarement

dûs à une mauvaise intention de eux qui produisent les données, ils re�ètent plus un

manque de moyens généralisé, autant au niveau humain que �nanier. Parmi les auses

prinipales d'un manque d'une estimation de et aord, nous trouvons : le fait qu'il n'y ait

qu'un seul annotateur et le manque de temps pour produire une estimation. En supposant

que nous ayons un éhantillon représentatif du orpus annoté par deux annotateurs, le

alul d'un κ pose ertains problèmes. Comme l'indiquent Alex et al. (2010); Grouin et al.

(2011), le alul du κ suppose de onnaître par avane le nombre d'éléments de référene,

e qui est généralement impossible dans le adre des entités nommées. Le κ, dans es

onditions, ne peut qu'être approximé. La meilleure approximation à notre avis est elle

donné par Grouin et al. (2011), où nous onsidérons l'ensemble des entités qu'au moins

un annotateur a annoté, don l'objet de l'aord.

L'utilisation d'outils spéialisés pour l'annotation des entités nommées semble obli-

gatoire. Ces derniers doivent inorporer une séletion d'une partie du orpus a�n qu'un

aord inter-annotateurs soit alulé de manière automatique. Idéalement, es derniers

devraient o�rir la possibilité de fournir des andidats aux utilisateurs a�n d'aélérer le

proessus de déouverte des entités nommées. Les andidats proposés doivent être assez

ouvrants a�n de minimiser le nombre d'entités manquées, et être un minimum préis a�n

de ne pas submerger les annotateurs.

Nous avons présenté dans ette partie divers orpus pour la reonnaissane d'entités

nommées. Nous avons montré que ette tâhe a de nombreux aspets, autant dans les

domaines d'appliation que dans leur dé�nition même. Nous avons vu en quoi la tâhe
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pouvait être plus ou moins omplexe et demandant des méthodes plus ou moins puissantes

pour pouvoir être traitée. Les di�érentes notions d'entités nommées de di�érents domaines

demandent également des traitements partiuliers à tâhe équivalente : une approhe

utilisant des lexiques pour les as du FTB ou de Quaero est partiulièrement adaptée,

mais ne saurait être su�sante pour traiter des entités biomédiales ou himiques de Genia

ou CHEMDNER, qui requièrent une analyse morphologique beauoup plus �ne. La tâhe

de reonnaissane d'entités nommées peut également être plus omplexe dans sa dé�nition

que la simple reonnaissane de sous-haînes, les orpus omme Genia et Quaero disposant

d'une struturation sur plusieurs niveaux, les méthodes apables de traiter les données

plus simples étant alors inapables de les traiter.

Dans la partie suivante, nous présenterons di�érentes méthodes généralement utilisées

a�n de répondre à es di�érentes tâhes. Nous présenterons un éventail qui se veut su�sant

avant de donner notre hoix pour la tâhe.

46



Chapitre 3

Reonnaissane des entités nommées
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Dans ette partie, nous présenterons un éventail des méthodes utilisées pour répondre

à la tâhe de la reonnaissane d'entités nommées. Il existe deux types de méthodes a�n

de répondre à ette tâhe. La première onsiste à érire des programmes représentant

le raisonnement d'un être humain a�n d'identi�er une entité, es systèmes sont appe-

lés des systèmes à base de règles, es derniers modélisant généralement des onditions

dans lesquelles une déision peut être prise de façon sûre. Une autre méthode onsiste à
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appliquer des algorithmes auxquels nous allons donner des exemples a�n qu'ils infèrent

eux-mêmes des éléments de déision a�n de pouvoir au mieux reproduire les exemples à

leur disposition, ette approhe s'appelant l'apprentissage automatique.

Nous ommenerons par détailler les di�érentes mesures de qualité qu'il est possible

d'utiliser pour évaluer les systèmes e�etuant la REN. Nous parlerons ensuite de di�érents

systèmes à base de règles. Nous ontinuerons ensuite en détaillant deux approhes par

apprentissage, à savoir les CRF et les réseaux de neurones. Nous terminerons ensuite sur

un omparatif des di�érentes méthodes sur le Frenh Treebank.

3.1 Mesures de qualité

De manière générale, la mesure de la qualité d'un système peut se faire selon deux

approhes : la première est de mesurer sa orretion, auquel as un sore plus grand signi�e

plus de qualité, la seonde est de mesurer un taux d'erreur, auquel as plus le sore est

bas, meilleur est le système. De manière générale, quatre nombres sont utilisés a�n de

aluler es di�érentes mesures :

� les vrais positifs (VP) : le nombre d'éléments orrets renvoyés par le système.

� les faux positifs (FP) : le nombre d'éléments inorrets renvoyés par le système. Ils

sont également appelé le bruit.

� les vrais négatifs (VN) : le nombre d'éléments non renvoyés par le système, et

absents de la référene.

� les faux négatifs (FN) : le nombre d'éléments non renvoyés par le système, mais

présents dans la référene. Ils sont également appelés le silene.

Par la suite, nous utiliserons es quantités a�n de dé�nir les di�érentes mesures. Ces

mesures générales dé�nies, il onvient de dérire les ritères selon lesquels une entité

est estimée bonne ou mauvaise. Comme nous l'avons vu préédemment, une entité peut

orrespondre à un ou plusieurs tokens, deux entités n'ayant auun token en ommun

n'étant pas omparables. Le premier ritère pour omparer deux entités, don, est si

leurs frontières, a minima, se hevauhent. On onsidère généralement que deux entités

peuvent être omparées si elles ont au moins un token en ommun. De manière générale,

on onsidère une entité nommée omme étant orrete si son type et ses frontières sont

exats.

Le alul de la justesse d'une annotation se fait en alignant des entités selon leurs

frontières et leur type. Il existe des as où e alul n'est pas forément le plus évident.
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Par exemple, si nous avons une entité de type personne � Yoann Dupont � mais que le

système annote � Yoann � et � Dupont � omme deux personnes di�érentes, omment

aluler les erreurs ? Avons-nous deux erreurs de frontières ? Cela ne parait pas ohérent,

ar une même entité de référene serait alignée à deux reprises. A�n de n'aligner qu'une

fois haque entité de la référene, le hoix le plus logique est de onsidérer que nous avons

une erreur de frontières et une de bruit, se pose alors la question de quelle proposition

aligner ave la référene. Dans e as, elles ont toutes les deux le même type, laquelle

aligner d'abord ne hange don pas le alul �nal. Si par exemple � Dupont � était

annoté omme entreprise, l'alignement pourrait hanger la nature des erreurs : une erreur

de frontières ou une erreur de type de frontière. Dans e as, nous utiliserons le meilleur

alignement en premier (elui orrespondant à l'erreur la moins grave). Une erreur de

frontières étant onsidérée omme moins grave qu'une erreur de type et de frontières,

nous alignerons don � Yoann Dupont � ave � Yoann � et onsidérerons � Dupont �

omme une erreur de bruit. Les deux as sont don onsidérés omme identiques en termes

d'erreurs ommises par le système.

3.1.1 La f-mesure

La f-mesure, ou F1-sore (Van Rijsbergen, 1979) est le sore de référene pour de

nombreuses tâhes d'annotation. Il s'agit en fait d'une moyenne harmonique entre deux

mesures omplémentaires. Nous mesurons d'une part la préision d'un système, 'est-à-

dire la proportion des annotations orretes parmi l'ensemble des annotations proposées

par le système, et d'autre part nous mesurons son rappel, ou la proportion d'annotations

orretes parmi elles qu'il devait retrouver. Notons C l'ensemble des lasses à apprendre.

La f-mesure est la moyenne harmonique de la préision et du rappel. Étant donnée une

lasse c ∈ C, la f-mesure se alule de la façon suivante :

precisionc =
correctsc

suggestionsc
=

V Pc

V Pc + FPc

rappelc =
correctsc

appartenantsc
=

V Pc

V Pc + FNc

f −mesurec = 2 ∗
precisionc ∗ rappelc
precisionc + rappelc

(3.1)

Les valeurs de rappel, préision et F-mesure globaux étant alors :
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precision =

∑

c∈C correctsc
∑

c∈C suggestionsc
=

∑

c∈C(V Pc)
∑

c∈C(V Pc + FPc)

rappel =

∑

c∈C correctsc
∑

c∈C appartenantsc
=

∑

c∈C V Pc
∑

c∈C(V Pc + FNc)

f −mesure = 2 ∗
precision ∗ rappel

precision + rappel

(3.2)

L'inonvénient de la f-mesure est qu'elle ignore la struture des entités. Elle demeure

néanmoins une mesure très répandue dans le TAL, de nombreux artiles l'utilisent ex-

lusivement. Il est parfois impossible de se omparer à d'autres systèmes par une autre

mesure.

3.1.2 Le Slot Error Rate (SER)

Le Slot Error Rate (Makhoul et al., 1999) est un taux d'erreur visant à dérire les

erreurs d'un système lorsque les déisions de e dernier ont un ensemble de valeurs ali-

gnables. Si nous reprenons les annotations de la �gure 2.1, nous voyons qu'une entité

nommée a un type et une étendue. Le SER distingue trois types d'erreurs di�érentes : les

substitutions (les entités inorretes que l'on peut aligner ave une entité de la référene),

les insertions (les entités données par le système ne s'alignant pas ave une annotation de

référene) et les suppressions (les entités de la référene que l'on ne peut pas aligner ave

une sortie du système). Le SER est le rapport entre la somme des erreurs et le nombre

d'éléments dans l'annotation de référene :

SER =
S +D + I

N
=

FP + FN

V P + FN
(3.3)

Où S est le nombre de substitutions, D le nombre de suppressions, I le nombre d'inser-

tions et N le nombre d'éléments dans l'ensemble de référene. Il est à noter que la mesure

du SER n'indique pas � omment aligner l'hypothèse et la référene ou omment déider

qu'une position est orrete ou non �, ette mesure suppose que les alignements sont faits

préalablement et lui sont donnés en entrée. Cette mesure peut être supérieure à 1 dans

le as où FP > V P . Cela est intentionnel a�n de représenter les sénarios où le bruit est

très important.

Il existe des variantes au SER de base, qui onsistent à appliquer des fateurs à er-

taines erreurs. L'une des plus populaires est d'attribuer un fateur de 0,5 à deux types

d'erreurs : les erreurs de type et les erreurs de frontières. Ces deux types d'erreurs sont

des sous-types d'erreurs de substitutions, es dernières pouvant s'aligner ave un élément
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de l'ensemble de référene. Le SER ainsi pondéré s'érit de la façon suivante :

SER =
0.5 ∗ (St + Sb) + St+b +D + I

N
(3.4)

Cette mesure a notamment été utilisée dans les ampagnes d'évaluation Quaero (Galibert et al.,

2011) et ETAPE (Gravier et al., 2012), qui utilisaient les annotations struturées Quaero

(dérites dans la setion 2.2.6).

Le SER sou�re également de l'inonvénient d'ignorer la struture des entités. Elle est

très utilisée dans le traitement des données orales.

3.1.3 Le Entity Tree Error Rate (ETER)

Le Entity Tree Error Rate (ETER) (Ben Jannet et al., 2014) est un taux d'erreur

inspiré du SER, dont le but est de fournir une évaluation des entités nommées struturées.

Il fontionne en trois étapes :

1. aligner les entités de référene et l'hypothèse

2. pour haque paire d'entités alignées, leurs omposants respetifs sont alignés

3. aluler le taux d'erreur sur haque arbre ave ses omposants.

Un point important de l'ETER est qu'il fait la distintion entre les entités et leurs

omposants. Il est en e sens plus adapté pour les entités struturées. L'ETER se alule

de la manière suivante :

ETER =
I +D +

∑

(er,eh)
E(er, eh)

NE
(3.5)

ave :

� I : le nombre d'entités insérées,

� D : le nombre d'entités supprimées,

� (er, eh) : un alignement entre une entité de l'ensemble de référene et une de l'en-

semble des hypothèses,

� E(er, eh) : l'erreur alulée sur une paire d'entités,

� NE : le nombre d'entités dans l'ensemble de référene.

L'erreur sur deux entités alignées, E(er, eh), se alule de la façon suivante :

E(er, eh) = (1− α)Er(r, h) + αEc(r, h), 0 ≤ α ≤ 1 (3.6)

Où Er(r, h) est le sore d'erreur alulé sur l'entité (appelée raine de l'entité dans
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l'artile original) et Ec(r, h) est elui alulé sur ses omposants, α est un paramètre

servant à faire la balane entre la lassi�ation des entités et leur déomposition. Un α de

0 signi�e que seule la lassi�ation des entités est prise en ompte, un α de 1 signi�e que

seule la déomposition est prise en ompte.

Les erreurs d'insertion et de suppression valent systématiquement 1. Lorsque deux

entités sont alignées, leurs frontières sont omparées. Une di�érene dans les frontières de

deux entités vaut 0,25 points d'erreur. Une erreur sur leur type, Et(r, h), est alors alulée

de la manière suivante :

Et(r, h) =



















0.5 si erreur de type

0.25 si erreur de sous− type

0 si types identiques

(3.7)

Les erreurs de frontières et de type sont umulables, autrement dit, si deux entités sont

alignées, le pire sore d'erreur qu'elle peut reevoir est 0.25+0.5 = 0.75, e qui orrespond

à une erreur de frontières et de type en même temps. Lorsque plusieurs entités existent

à la même position dans la référene et/ou dans l'hypothèse, plusieurs alignements sont

possibles. Dans un tel as de �gure, les entités sont alignées a�n d'avoir l'erreur la plus

faible sur es as ambigus.

Le alul de l'erreur sur les omposants de deux entités alignées r et h se fait en suivant

la formule générale du SER :

Ec(r, h) =
Ic(r, h) +Dc(r, h) +

∑

(cr ,ch)
Ec1(cr, ch)

Nc(r)
(3.8)

où :

� I(r,h) : le nombre de omposants insérés,

� D(r,h) : le nombre de omposants supprimés,

� (cr, ch) : un alignement entre un omposant de la référene et un de l'hypothèse,

� Ec1(cr, ch) : l'erreur alulée sur une paire de omposants,

� N(r) : le nombre de omposants dans l'entité de référene.

Une erreur d'insertion ou une erreur de suppression valent 1 systématiquement. Lorsque

deux omposants sont alignés, l'erreur spéi�que aux omposants, Ec1(cr, ch) est alulée

de la manière suivante :
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Ec1(r, h) =







0.5 si erreur de type

0 sinon






0.5 si erreur de frontiere

0 sinon

(3.9)

L'ETER est don une mesure très intéressante ar elle distingue les entités de leurs

omposants, mais il prend également en ompte les types hiérarhisés (ex : lieu.pays,

lieu.ville). Nous n'avons ependant pas utilisé ette mesure dans e manusrit. La raison

est que nous souhaitions nous omparer aux autres systèmes dans des tâhes déjà onnues,

la mesure d'évaluation utilisée était le plus souvent le SER. L'ETER n'a été, à notre

onnaissane, utilisé que pour la ampagne d'évaluation ETAPE (Gravier et al., 2012),

après que la ampagne soit ahevée.

3.2 Systèmes à base de règles

3.2.1 Les outils Luxid

R©

Expert System Frane dispose d'outils permettant de gérer des annotateurs à base

de règles, appelés artouhes de onnaissane, de leur réation à la validation de leur

qualité sur divers orpus de test, exploration des annotations, omparaison ave d'autres

artouhes, et. Nous ne détaillerons pas ii le proessus de réation d'une artouhe,

pour nous onentrer sur une artouhe partiulière, la TM360, permettant d'e�etuer

entre autres l'annotation en entités nommées, ainsi que sur l'outil servant à l'évaluation

qualitative, l'Annotation Workbenh (AWB).

TM360

L'outil d'annotation en EN de Luxid

R© s'appelle la TM360. Il fontionne sur le prin-

ipe de la asade de transduteurs pour e�etuer l'annotation, qui va enrihir le texte

progressivement, via l'ajout de nouvelles informations (annotations) ou leur réériture

(désambiguisation). Les règles sont érites selon un format XML et seront alors ompi-

lées, un exemple de règle est donné dans la �gure 3.1. Elles manipulent en fait un graphe

qui sera soit enrihi, dans le as des annotations, ou simpli�é, dans le as des désambi-

guisations. Le graphe de la règle de la �gure 3.1 est illustré sur la �gure 3.2.

La nature des informations ajoutées à un niveau donné peut se baser sur le ontexte,

la morphologie, ou provenir de lexiques. Chaque information ajoutée peut être utilisée
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<annotation name="Entity" level="20">
<annotation name="Person">

<e priority="1">��FirstName / ��LastName</e>
<e priority="2">��FirstName / \p :[A-Z℄[a-z℄+</e>

</annotation>
</annotation>

Figure 3.1 � un exemple de règle pour les outils Luxid. "��" indique l'utilisation d'un

lexique. "/" est utilisé pour séparer les di�érents tokens. L'imbriation des balises anno-

tation permet de réer des annotations hiérarhisées. "level" indique la n-ième passe de

traitement. "priority" indique l'ordre de priorité de l'appliation des règles, si la priorité

est fournie, une seule annotation sera produite par la règle. \p signi�e que la asse doit

être préservée.

dans les niveaux supérieurs a�n de permettre l'annotation de onepts plus généraux

ou la désambiguisation ontextuelle de ertains onepts ambigus. Par exemple, un nom

de personne peut être ambigu ave une ville : Paris qui est le nom de la apitale peut

également être un prénom (féminin omme masulin) ou un nom de famille. Un lieu

peut également être ambigu ave une organisation, dans le as des pays notamment.

La TM360 dispose également d'un proessus appelé la propagation des annotations en

entités nommées à l'éhelle d'un doument : si une entité a pu être identi�ée de façon non

ambigüe à ertains endroits du doument mais pas à d'autres, la propagation va permettre

d'annoter les entités manquées.

Figure 3.2 � un exemple de réériture de graphe selon la règle dérite dans la �gure 3.1.

3.2.2 ESSEX

R© (Expert System

R©)

ESSEX (Expert System Semanti Engine eXtended server) est l'outil utilisé par Expert

System a�n d'e�etuer l'analyse syntaxique et sémantique d'un doument, il est au ÷ur

de l'ensemble des outils d'Expert System.

L'arhiteture générale d'ESSEX est donnée dans la �gure 3.3. Pour e�etuer ses

analyses, il reourt à une resoure sémantique, le Sensigrafo, ainsi qu'à un désambiguïseur,

le Semanti Disambiguator.

Le Sensigrafo est un graphe sémantique dans lequel sont organisés des lemmes re-

groupés dans diverses lasses appelées synons. Chaque synon a des attributs, omme sa

fréquene ou son domaine, qui permettent au système de désambiguisation de déider quel
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synon attribuer à haque token étant donné le ontexte global. Ces synons sont reliés

entre eux par des liens omme l'hyperonymie et l'hyponymie, la partition et l'ensemble

(un pétale est une partie d'une �eur, une �eur ontient un pétale, une tige, et.).

Le Semanti Disambiguator e�etue une analyse du texte en quatre phases : l'analyse

lexiale, l'analyse grammatiale, l'analyse syntaxique et l'analyse sémantique. L'analyse

lexiale e�etue une annotation syntaxique au niveau des tokens (appelés atomes). L'ana-

lyse grammatiale regroupe les tokens ainsi analysés dans une forme (par exemple, le nom

omplet d'une personne a plusieurs tokens mais une seule forme). L'analyse syntaxique,

quant à elle, regroupe les formes selon des hunks (groupe nominal, noyau verbal) et des

lauses, en plus de retrouver les divers sujets, prédiats et objets. Un exemple de ette

analyse est représenté dans la �gure 3.4.

Figure 3.3 � arhiteture d'ESSEX

Figure 3.4 � analyse syntaxique servant de base à ESSEX

L'analyse sémantique est la phase où sont extraites les mentions d'entités nommées en

plus de les lier à une base de onnaissane. Dans ette phase, lorsque le système renontre

un élément inonnu, il e�etue une analyse du ontexte a�n de le lier à un synon dans

le Sensigrafo, e synon déterminera alors l'entité à laquelle il est rattahé. Par exemple :

�deux heures du matin� sera relié au synon représentant l'heure omme unité de temps.
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3.2.3 CasEN

CasEN (Maurel et al., 2011) est un reonnaisseur d'entités nommées par asade de

transduteurs se basant sur la plateforme UNITEX (Paumier, 2011), développé par le

Laboratoire de l'Université de Tours

1

. Il a été réé dans le adre des projets ANR Variling,

FEDER Région Centre Entités nommées et nommables, Ortolang et Istex.

Le prinipe général de CasEn est d'utiliser à la fois des ressoures externes omme des

lexiques ainsi que des règles ontextuelles pour enrihir progressivement le texte donné

en entrée. Ces enrihissements donnent une sortie qui peut alors être utilisée par un

autre transduteur, donnant une annotation de plus haut niveau. Par exemple, pour

reonnaître une personne, un premier transduteur pourrait appliquer divers lexiques

omme un lexique de titres de ivilité, un lexique de prénoms et un de noms de famille.

Ces informations peuvent alors être utilisées par un transduteur spéi�que qui aurait la

règle suivante : titre prénom nom =⇒ personne. Un exemple de transduteur est donné

dans la �gure 3.5.

Figure 3.5 � Un automate pour traiter les longueurs

3.2.4 Perspetives

Bien que de nombreux systèmes à base de règles permettent de faire la REN, de plus

en plus des systèmes à base d'apprentissage voient le jour ave une qualité toujours plus

1. http://li.univ-tours.fr
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grande. Les systèmes à base d'apprentissage ont également le grand avantage d'être beau-

oup plus adaptables ar bien plus simples que des systèmes à base de règles omplexes,

où de nombreuses ouhes de traitement sont e�etuées pour obtenir le résultat �nal, er-

taines modi�ations dans des ouhes assez basses pouvant engendrer des hangements

drastiques sur le résultat �nal.

3.3 Apprentissage automatique

La seonde approhe utilisée dans le TAL est l'apprentissage automatique, que nous

pouvons dé�nir omme l'ensemble des méthodes faisant qu'une mahine va s'améliorer par

l'expériene (Cornuéjols and Milet, 2011). Plus préisément, nous nous onentrerons sur

l'apprentissage automatique dit supervisé, où des exemples de la tâhe à aomplir sont

donnés en entrée à un algorithme qui inférera alors des règles basées sur des statistiques

a�n de pouvoir adhérer au mieux aux exemples qui lui ont été donnés.

D'un point de vue formel, nous disposons d'un ensemble de données X issues d'une

distribution PX , un orale qui utilise la fontion f à apprendre pour étiqueter les données

de X et d'une fontion h qui est la fontion apprise à partir de es exemples. L'espae des

observations S de taille m est dé�ni omme <(xi, f(xi))>1≤i≤m. Il existe deux grands as

dans lesquels on emploie ette forme d'apprentissage, omme :

� problème de régression : il s'agit de trouver une fontion h qui se rapprohe de f .

Autrement dit : ∀ x ∈ X, h(x) ≈ f(x) = y

� apprentissage d'une lassi�ation : l'espae de sortie de f est un ensemble dis-

ret dont la ardinalité est le nombre de lasses/étiquettes à apprendre. Un as

partiulier de lassi�ation est l'annotation de séquenes, où se plae ette thèse.

L'illustration du proessus général d'apprentissage automatique est dérit dans la �-

gure 3.6.

Dans e adre, la REN est typiquement formulée omme une tâhe d'annotation de

séquenes, où nous disposons d'un ensemble de tokens organisés selon une struture onnue

ou sous-jaente, auxquels nous souhaitons assoier une étiquette a�n de les aratériser.

A�n d'illustrer e à quoi ressemble une tâhe d'annotation, prenons d'abord le as plus

simple qu'est l'annotation morphosyntaxique, où le but est de trouver la nature de haque

token dans une phrase. Reprenons l'exemple préédent � Yoann Dupont fait une thèse à

Paris 3. �, qui se verra alors formulé en tâhe d'annotation morphosyntaxique de la façon

suivante :
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Environnement Oracle

Apprenant

x1, x2, ..., xm

Sm = (x1, u1), (x2, u2), ..., (xm, um)

xn, xo, ... yn, yo, ...

� x1, x2, ..., xm : les données non étiquetées du orpus.

� u1, u2, ..., um : les sorties que l'orale assoie aux données non étiquetées du orpus.

� l'orale assoie des étiquetages ui = f(xi) à haque xi, fournissant une observation
de référene Sm. Des exemples sont donnés dans les �gures 3.1, 3.2 et 3.3. f est

appelée la fontion objetif.

� à partir de es données de référene, l'apprenant herhe à inférer la fontion f, le

résultat de et apprentissage donnant la fontion h. Ii, h représente une fontion

d'étiquetage apprise à partir des données. Une fois h apprise, l'apprenant utilise

la fontion h pour aluler des séquenes d'étiquettes yi = h(xi) orrespondant à

haque xi. h est appelée la fontion de déision.

� xn, xo, ... : les données non étiquetées que le système doit annoter (sortie attendue

inonnue).

Figure 3.6 � desription générale du proessus d'apprentissage

xi Yoann Dupont fait une thèse à Paris 3 .

↓ ↓ ↓ ↓ ↓ ↓ ↓ ↓ ↓
ui nom-p nom-p verbe dét nom- prép nom-p adj pont

Table 3.1 � exemple d'étiquetage morphosyntaxique

Nous remarquons que haque token a sa propre étiquette, ette représentation semble

don plut�t inadaptée pour une tâhe de REN de prime abord, � Paris 3 � étant une

entité s'étendant sur plusieurs tokens. Il est ependant possible de simuler l'annotation

des données par groupes, es groupes étant alors des sous-haînes de la séquene globale.

Pour e faire, di�érent marqueurs sont onaténés à l'étiquette : B (Begin) marquant le

début d'un groupe nominal, I (In) marquant l'appartenane à un groupe préédemment

ommené et O (Out) marque tout e qui n'appartient à auun groupe. Il n'y a pas de

marqueur de �n expliite ar la �n d'un groupe se déduit soit par le début d'un autre

groupe soit par une arrivée sur un non groupe. Ce shéma d'annotation est régulièrement

utilisé ar il s'agit du plus simple apable de représenter de façon exate les groupes. Dans

l'exemple suivant, nous e�etuons un étiquetage des groupes nominaux :

xi Yoann Dupont fait une thèse à Paris 3 .

↓ ↓ ↓ ↓ ↓ ↓ ↓ ↓ ↓
ui B I O B I O B I O

Table 3.2 � exemple d'étiquetage en hunks nominaux

En assoiant es marqueurs de position ave un identi�ant, il est alors possible de
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modéliser la reonnaissane d'entités nommées en tant que tâhe d'annotation, la phrase

pouvant alors être annotée de la façon suivante :

xi Yoann Dupont fait une thèse à Paris 3 .

↓ ↓ ↓ ↓ ↓ ↓ ↓ ↓ ↓
ui B-Personne I-Personne O O O O B-Organisation I-Organisation O

Table 3.3 � exemple d'étiquetage en entités nommées

Supposons que la fontion apprise ne soit pas parfaite et ne reonnaisse pas � Paris

3 � omme une organisation, mais reonnaisse à la plae � Paris � omme un lieu. Nous

aurions :

xi Yoann Dupont fait une thèse à Paris 3 .

↓ ↓ ↓ ↓ ↓ ↓ ↓ ↓ ↓
yi B-Personne I-Personne O O O O B-Lieu O O

Table 3.4 � exemple d'étiquetage inorret en entités nommées. � Paris 3 � a été inor-

retement annoté, seule � Paris � a été annotée en tant que lieu.

Ces erreurs faites par l'algorithme d'apprentissage sont la base du proessus d'appren-

tissage : lorsqu'il ommet une erreur, l'algorithme s'ajuste a�n de la orriger. Ainsi, ave

su�samment d'exemples représentatifs, nous supposons que l'algorithme sera en mesure

de généraliser l'information qu'il a obtenue dans son espae des observations S, et de ne

pas se ontenter de reproduire les exemples qu'il a à sa disposition. Dans la setion sui-

vante, nous présenterons les di�érents algorithmes d'apprentissage automatique que nous

avons étudiés dans le adre de ette thèse.

3.3.1 Modèles génératifs et modèles disriminants

Dans le adre de l'apprentissage statistique, deux types de modèles sont généralement

utilisés : les modèles dits génératifs et les modèles dits disriminants (Ng and Jordan,

2002). La di�érene entre es deux types de modèles est dans la loi de probabilité qu'ils

modélisent. Tandis que les modèles génératifs modélisent une probabilité jointe :

pg = pg(x, y; θ) = pg(x; θ)pg(y|x; θ) (3.10)

les modèles disriminants modélisent une probabilité onditionnelle :

pd = pd(y|x; θ) (3.11)
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Où θ représente les paramètres du modèle. Nous remarquons des formules 3.10 et 3.11

qu'il est possible d'établir des équivalenes entre ertains modèles génératifs et disri-

minants, ertaines d'entre elles étant d'ailleurs illustrées dans la �gure 3.7. Les modèles

génératifs utilisent la probabilité de l'entrée p(x), e qui leur permet de générer de nou-

veaux ouples de séquenes (entrée et sortie). Les modèles disriminants, quant à eux,

ne modélisent qu'une probabilité onditionnelle, 'est-à-dire la probabilité d'une sortie

sahant une entrée, ils ne peuvent pas générer de nouvelles séquenes mais sont très e�-

aes pour trouver les traits distintifs des di�érentes sorties possibles. Dans le adre de

l'apprentissage supervisé où l'ensemble de sortie est onnu à l'apprentissage (et dans le

as où l'on ne herhe pas à générer de nouveaux exemples), le alul de p(x) n'est pas

néessaire voire enombrant ar x est toujours donné. Le alul de p(x) ause également

des di�ultés de paramétrage et de généralisation à des données inonnues.

Figure 3.7 � quelques orrespondanes entre des modèles génératifs (en haut) et disri-

minants (en bas). Illustration faite par Sutton and MCallum (2010)

3.3.2 Les hamps aléatoires onditionnels (CRF)

Présentation

Un hamp aléatoire onditionnel, ou Conditional Random Field (CRF) (La�erty et al.,

2001) est un modèle graphique probabiliste (Koller and Friedman, 2009; Gaussier and Yvon,

2011) modélisant une distribution onditionnelle d'un ensemble struturé d'étiquettes par

rapport à un ensemble d'objets en entrée. Dans le adre de ette thèse, nous n'évoque-

rons que les CRF linéaires, qui modélisent la probabilité d'une séquenes d'étiquettes

sahant la séquene d'objets en entrée. Ils sont inspirés des modèles de Markov ahés

(Baum and Petrie, 1966), ou HMM, omme illustré sur la �gure 3.7.
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Modélisation

Là où les HMM sont des modèles dits génératifs (Gaussier and Yvon, 2011) ar ils

modélisent une loi de probabilité jointe de la sortie y et de l'entrée x, notée p(x, y), les CRF

sont des modèles dits disriminants ar ils modélisent la probabilité onditionnelle de la

sortie par rapport à l'entrée, notée p(y|x). Les CRF linéaires sont l'équivalent disriminant

des HMM. La dé�nition des CRF pour les graphes généraux non orientés est :

pθ(y|x) =
1

Zθ(x)

∏

c∈C

exp

(

∑

k

θkfk(yc, x)

)

(3.12)

Où Zθ(x) est un fateur de normalisation, C est l'ensemble des liques d'un graphe

non-orienté de sortie, yc est la valeur de y sur la lique c. Les K features (ou traits) fk sont

des fontions fournies par l'utilisateur. Une feature fk est une fontion aratéristique, on

dit qu'elle est véri�ée (i.e. sa valeur est 1) si une on�guration entre x et yc est observée

(elle vaut 0 sinon). À haque feature fk est assoié un poids θk. Ces poids onstituent les

paramètres du modèle devant être estimés au ours de l'apprentissage.

Lorsque le graphe exprimant les dépendanes entre étiquettes est une haîne linéaire,

les liques du graphes sont les n÷uds isolés et les ouples de n÷uds suessifs. La distribu-

tion de probabilité d'une séquene d'annotations y étant donnée une séquene observable

x est alors dé�nie par :

pθ(y|x) =
1

Zθ(x)

T
∏

t=1

exp

(

K
∑

k=1

θkfk(t, yt, yt−1, x)

)

(3.13)

Ave :

Zθ(x) =
∑

y

T
∏

t=1

exp

(

K
∑

k=1

θkfk(t, yt, yt−1, x)

)

(3.14)

Où T est la taille de la séquene ourante, t la position ourante dans la séquene

et y. Z(x) est alulé sur l'ensemble des séquenes du orpus d'apprentissage. L'implé-

mentation la plus e�ae à l'heure atuelle des CRF linéaires est fournie par Wapiti

2

(Lavergne et al., 2010), qui implémente la plupart des algorithmes d'entraînement ou-

ramment utilisés en plus de permettre la séletion des features pertinentes.

Les CRF se sont montrés e�aes sur de nombreuses tâhes d'annotation, notam-

ment l'étiquetage en parties du disours (Constant et al., 2011), la reonnaissane d'en-

tités nommées (MCallum and Li, 2003; Dupont and Tellier, 2014; Raymond, 2013), le

2. disponible depuis : https://github.om/Jekub/Wapiti
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hunking (Sha and Pereira, 2003) et même l'analyse syntaxique profonde (Finkel et al.,

2008; Tsuruoka and Ananiadou, 2009). Leur prinipal inonvénient est qu'ils apparaissent

omme des "boîtes noires". Un modèle issu d'un apprentissage par CRF est simplement

une liste de features pondérées, e qui le rend di�ile à interpréter.

Un exemple d'entrée pour un CRF est illustré dans le tableau 3.5, des exemples de

fontions feature sont données dans la �gure 3.6.

Y X

B-Personne Yoann, nom propre, ommeneParMajusule, enDébutDePhrase

I-Personne Dupont, nom propre, ommeneParMajusule, PasEnDébutDePhrase

O fait, verbe

O une, déterminant

O thèse, nom ommun

O à, préposition

B-Organisation Paris, nom propre, ommeneParMajusule, PasEnDébutDePhrase

I-Organisation 3, nombre

O ., pontuation

Table 3.5 � exemple d'entrée pour un CRF

f1 := si (sortie = {B-Personne,I-Personne} et token=Dupont) renvoyer 1

sinon renvoyer 0

f2 := si (sortie = {B-Personne,I-Personne} et token_préédent=Yoann) renvoyer 1

sinon renvoyer 0

f3 := si (sortie = {B-Personne,I-Personne} et ommeneParMajusule) renvoyer 1

sinon renvoyer 0

Table 3.6 � exemples de fontions features pour le token "Dupont" de l'exemple 3.5.

Pour que l'utilisateur n'ait pas à donner manuellement l'ensemble des fontions fea-

tures, les programmes implémentant des CRF reourent souvent à un format tabulaire.

Chaque token est alors représenté sur une ligne, un ensemble de olonnes représente alors

un ensemble d'informations relatives au token ourant. Ces informations sont appelées

les desripteurs du token. Une représentation tabulaire de la phrase du tableau 3.5 est

illustrée dans le tableau 3.7. Ces représentations ont l'avantage, en plus d'éonomiser du

volume de données, de permettre simplement l'ajout de ressoures externes sous formes

de lexiques. Une olonne pour un lexique onsisterait juste en "oui/non", selon que le

token appartient au lexique ou non. Ce proessus peut générer une très grande quantité

de features, rendant le modèle moins interprétable.

Lorsque des représentations tabulaires des données sont utilisées, les programmes im-

plémentant les CRF ont reourt à des patrons (ou templates). Ces patrons sont alors

instaniés sur haque token, e qui génère l'ensemble de ses desripteurs, omme indiqué
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Y X

texte atégorie ommeneMajusule ? débutDePhrase ?

B-Personne Yoann nom propre oui oui

I-Personne Dupont nom propre oui non

O fait verbe non non

O une déterminant non non

O thèse nom ommun non non

O à préposition non non

B-Organisation Paris nom propre oui non

I-Organisation 3 nombre non non

O . pontuation non non

Table 3.7 � exemple d'entrée pour un CRF sous format tabulaire

dans le tableau 3.8. Une feature se rée en assoiant un patron instanié aux étiquettes

présentes à l'instant ourant. L'utilisation d'une représentation tabulaire et de patrons

permet en général une rédution du volume de données textuelles et o�re une grande

puissane de ombinaison des di�érentes features.

patron instane étiquette

token0=%x[0,0℄ token0=Yoann B-Personne

atégorie0=%x[0,1℄ atégorie0=nom propre B-Personne

token0/1=%x[0,0℄/%x[1,0℄ token0/1=Yoann/Dupont B-Personne

token0/atégorie0=%x[0,0℄/%x[0,1℄ token0/atégorie0=Yoann/nom propre B-Personne

Table 3.8 � exemple de template pour un CRF sous format tabulaire. Nous onsidérons

que nous sommes sur le premier token de l'exemple donné dans le tableau 3.7. %x[a,b℄

est une fontion qui permet de réupérer une information préise dans un tableau. a
représente un déalage par rapport à la position ourante et b donne l'indie de la olonne
dans X.

Apprentissage

Dans les étapes d'apprentissage, il est néessaire d'inférer les paramètres du veteur θ

pour qu'ils soient interprétables dans l'étape d'étiquetage. Les algorithmes utilisés dans

un HMM et un CRF sont les mêmes, la di�érene réside dans e qui est à aluler. Dans

la phrase d'apprentissage d'un HMM, l'inférene est utilisée pour évaluer les distributions

marginales, 'est-à-dire la probabilité p(x) quand la probabilité jointe p(x,y) est onnue.

Dans le adre d'un CRF, il s'agit de la valeur de normalisation Zθ(x) qui est alulée,

l'a�etation des poids dans θ modi�ant la somme des probabilités onditionnelles, alors

que e n'est pas le as pour la probabilité jointe. Sur un HMM représenté par fateurs,

l'algorithme forward-bakward (Baum, 1972; Rabiner and Juang, 1986) est utilisé pour

évaluer les distributions marginales.

Pour prédire une sortie ave un modèle appris, on utilise généralement l'étiquetage
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le plus probable sur la haîne yout = argmax
y

H(y, x), où H(y, x) est la loi de proba-

bilité reliant y à x. Dans un HMM il s'agit de la probabilité jointe alors que dans un

CRF 'est la probabilité onditionnelle. On utilise l'algorithme de Viterbi (Viterbi, 1967;

Rabiner and Juang, 1986) a�n d'évaluer la séquene d'étiquettes la plus probable.

Dans le proessus d'apprentissage, les paramètres du veteur θ sont évalués par le

ritère du maximum de vraisemblane. Dans le as des CRF en haînes linéaires, la log-

vraisemblane onditionnelle (La�erty et al., 2001) est le ritère utilisé :

l(θ) =

N
∑

i=1

log(pθ(y
i|xi))

=

N
∑

i=1

{

logZθ(x
i)−

K
∑

k=1

θkfk(x
i, yi)

} (3.15)

où N est le nombre de phrases du orpus et i l'indie de la phrase ourante, xi
et yi re-

présentent respetivement la i-ème séquene de tokens et la i-ème séquene d'étiquettes de

sortie. Le maximum de le vraisemblane est inalulable de façon analytique, il doit alors

être approximé par des méthodes numériques. La méthode utilisée dans le as présent est

de aluler sa dérivée partielle, une propriété mathématique disant que la vraisemblane

est maximale lorsque sa dérivée partielle est nulle. Généralement, il onvient d'utiliser des

régularisations a�n d'éviter le surapprentissage sur les données. L'une des plus e�aes

est la régularisation elasti net (Zou and Hastie, 2005) qui utilise les normes ℓ1 et ℓ2, la

fontion d'objetif s'érivant alors :

l(θ) + ρ1 ‖θ‖1 +
ρ2
2
‖θ‖2 (3.16)

Où ρ1 et ρ2 sont les valeurs des paramètres de régularisation ℓ1 et ℓ2 des paramètres,

respetivement. L'endroit où les dérivées partielles s'annulent est alulé selon une mé-

thode itérative, raison pour laquelle haque assignation des poids de θ est alulée en

fontion de elle qui préède à haque itération de l'algorithme. Pour apprendre la nou-

velle assignation des poids, la desente de gradient (La�erty et al., 2001) est employée.

3.3.3 SEM

SEM

3

(Tellier et al., 2012; Dupont and Tellier, 2014) est un outil dont j'ai ommené

le développement en liene au sein de l'Université d'Orléans et poursuivi depuis. Il per-

met d'e�etuer diverses tâhes d'étiquetage, notamment en Part-Of-Speeh, hunking et

3. dont une interfae web est disponible à l'adresse suivante : http://apps.lattie.nrs.fr/sem/
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entités nommées. Il utilise un CRF pour e�etuer l'annotation, plus préisément Wa-

piti (Lavergne et al., 2010) et a été entraîné sur le Frenh Treebank (Abeillé et al., 2003;

Sagot et al., 2012). Le tableau 3.9 détaille les résultats obtenus par SEM sur les tâhes

d'étiquetage morphosyntaxique sur segmentation parfaite (Constant et al., 2011), le hun-

king (Tellier and Dupont, 2013) et la REN (Dupont and Tellier, 2014). Ces résultats ont

été obtenus selon un proessus de validation roisée à 10 plis (5 plis pour la REN). Les

hunks ont été alulés en se basant sur les onstituants du FTB

4

.

SEM permet d'enhaîner un ensemble de traitements (pipeline) simples pour e�etuer

des tâhes omplexes (voir �gure 6.7), le rendant très on�gurable. Une illustration des

traitements e�etués par SEM pour e�etuer du hunking est disponible dans la �gure

3.9. Cela lui permet de traiter autant du texte brut qu'il peut segmenter en tokens et

phrases, ou des �hiers au format CoNLL (tabulaires). En plus de sa apaité à enhaîner

les traitements, une fore de SEM est qu'il o�re la possibilité de dérire des traits à

aluler a�n d'enrihir les données en entrée. Ces traits sont dérits à l'aide du langage

XML, évitant ainsi l'e�ort de devoir les oder diretement. Ce proessus permet l'ajout

de nombreux traits de façon très simple et on�gurable. Les traits dé�nis dans SEM

utilisent autant des expressions régulières (véri�ation, sous-séquene, substitution, et.),

des expressions booléennes, des lexiques de tokens et de séquenes de tokens, ainsi que le

séquençage de traitements (par exemple une suite de substitutions). Un exemple de �hier

annoté et exporté au format HTML est donné dans la �gure 3.8 (en annexe, un exemple

de �hier d'enrihissement de SEM est également donné en �gure 6.8).

SEM dispose de plusieurs modules pouvant s'appeler soit indépendamment soit de

manière groupée dans un pipeline, l'idée étant de pouvoir e�etuer autant des traitements

spéi�ques, omme par exemple tester un nouveau jeu de traits sur un orpus au format

CoNLL, que des traitements plus généraux, omme prendre un �hier de texte brut et le

traiter jusqu'à l'annotation en entités nommées. Les modules prinipaux de SEM sont les

suivants :

� tagger : le module prinipal de SEM. Il permet d'enhaîner les traitements divers

selon un pipeline.

� segmentation : le module pour e�etuer la segmentation. Il reourt à des objets seg-

menteurs qui alulent les frontières entre les di�érents éléments (tokens, phrases,

paragraphes). Il existe atuellement un segmenteur pour le Français et un pour

l'Anglais. Ces segmenteurs sont retrouvés de façon nominative, ainsi, l'intégration

4. guide d'annotation disponible à l'adresse : http://www.lattie.nrs.fr/sites/itellier/

guide.html
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d'un nouveau segmenteur demande juste l'ajout d'un �hier soure dans le bon

dossier (le ode doit, évidemment, respeter ertaines règles)

� enrih : le module pour ajouter des features à un orpus au format CoNLL. Il re-

ourt à un ensemble "d'enrihisseurs", qui sont des objets e�etuant un traitement

très basique (omme évaluer si l'on est en début de phrase) ompilés depuis une

représentation XML telle qu'illustrée sur la �gure 6.8.

� label : e�etue l'annotation du orpus à l'aide de Wapiti.

� export : le module pour l'ériture en sortie des résultats, il suit la même philosophie

que le module de segmentation pour retrouver les objets dit "exporteurs". Les

formats supportés atuellement sont : texte linéaire, texte tabulaire et HTML.

Il est prévu d'intégrer le support du XML-TEI pour pouvoir être importé dans

ANALEC (Landragin et al., 2012).

tâhe préision rappel f-mesure

POS 97.3 97.3 97.3

hunking

5

? ? 97.53

NER 86.38 80.30 83.23

Table 3.9 � les hi�res de qualité de SEM sur les di�érentes tâhes sur le FTB. Les

systèmes, pour haque tâhe, ont été évalués selon une proédure de validation roisée (10

plis pour le POS, 5 pour le hunking et la NER).

Figure 3.8 � exemples de sortie de SEM

Figure 3.9 � illustration d'une haîne de traitement de SEM

5. les résultats en termes de préision et rappel n'ont pas été publiés.
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3.3.4 Réseaux de neurones et deep learning

Les réseaux de neurones (NN) sont des modèles inspirés du neurone formel dé�ni par

MCulloh and Pitts (1943), illustré sur la �gure 3.10, ainsi que des théories onnetion-

nistes dérites par Hebb (1949), dont le prinipe est souvent résumé à � les neurones qui

s'ativent en même temps, se lient entre eux �, prinipe théorisant que, lorsqu'un er-

veau reçoit un stimulus partiulier ou e�etue une tâhe partiulière, les neurones utilisés

tendent à se regrouper entre eux. Dans le domaine des réseaux de neurones arti�iels,

ette théorie peut se reformuler en � les neurones s'ativant en même temps représentent

une même fontion �. En e�et, la struture d'un réseau de neurones arti�iel étant géné-

ralement �xe, seuls les di�érents poids reliant les di�érentes ouhes peuvent hanger. Le

réseau de neurones le plus simple est le pereptron (Rosenblatt, 1958), qui suit exatement

le modèle du neurone formel de la �gure 3.10, e dernier est don un réseau de neurones

possédant un unique neurone, utilisé pour e�etuer de la lassi�ation binaire. Ce dernier

utilise la fontion de Heaviside, ou la fontion éhelon-unité

6

, a�n de produire sa sortie.

Figure 3.10 � Une représentation shématique du neurone formel de MCulloh-Pitts. Il

s'agit du modèle utilisé pour le pereptron.

Le pereptron est un système dit monoouhe, il modélise une unique fontion. Le per-

eptron multiouhe, son évolution, représente la omposition d'un ensemble de fontions.

D'un point de vue plus mathématique, les di�érentes ouhes [1, ..., N℄ d'un réseau de

neurones représentent la omposition d'un ensemble de fontions [f1, ..., fN ℄, érite fN ◦ ...

◦ f1. Si l'ensemble des fontions f
N
i=1 étaient linéaires, alors leur omposition serait égale-

ment une fontion linéaire. Cela signi�e qu'il existerait une fontion linéaire g telle que g

= fN ◦ ... ◦ f1. En onséquene, il serait possible de modéliser un pereptron multiouhe

à l'aide d'un pereptron monoouhe, l'expressivité du modèle serait don identique. A�n

d'augmenter ette dernière, des fontions non-linéaires, monotones, non-onstantes, bor-

6. on la nomme plus ouramment fontion step.
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nées et ontinues doivent être utilisées au sein du réseau multiouhe, e qui leur onfère

la apaité d'approximer n'importe quelle fontion ontinue selon le théorème d'approxi-

mation universelle Cybenko (1989); Hornik (1991). Ces fontions sont appelées, dans les

réseaux de neurones, des fontions d'ativation et ont généralement une forme sigmoïdale.

L'une des premières fontions d'ativation est la sigmoïde :

σ(x) =
1

1 + e−x
=

ex

1 + ex
(3.17)

Les réseaux de neurones omme le pereptron font partie de la famille des feedforward

neural network (FFNN) (Rosenblatt, 1958; Svozil et al., 1997), où l'information ne irule

que dans un sens unique : vers l'avant. Ils peuvent se représenter par des graphes orientés

ayliques. L'inonvénient des FFNN est dans leur fontion de déision intrinsèquement

loale. En e�et, si l'on traite des séquenes omme illustré dans la setion 3.3, es réseaux

ne savent pas modéliser les dépendanes qui peuvent exister au niveau de la séquene et

sont don sujets à des erreurs d'annotation omme elles du tableau 3.4. A�n de modéliser

es dépendanes typiques des données séquentielles les réurrent neural networks (RNN)

(Elman, 1990; Mandi and Chambers, 2001) ont été développés. Ces réseaux sont apables

de faire transiter l'information depuis des instants antérieurs vers des ouhes de même

profondeur ou moins profondes (par exemple, à un instant t la ouhe de profondeur p

du réseau utilise l'information alulée à l'instant t− 1 dans la ouhe de profondeur p).

Ces réseaux ne peuvent pas être représentés par un graphe aylique. Une représentation

simple de la di�érene entre un réseau de neurones lassique et un réurrent est donnée

dans la �gure 3.11.

Figure 3.11 � À gauhe, un réseau de neurones lassique. À droite, un réseau de neurones

réurrent (Elman)

À l'apprentissage, les paramètres θ du réseau de neurones sont, omme dérit préé-
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Figure 3.12 � Un réseau d'Elman déroulé

demment pour les CRF, ajustés selon le maximum de vraisemblane :

l(θ) =

N
∑

i=1

log p(yi|xi; θ) (3.18)

Où x orrespond à une observation (un token partiulier dans une phrase, une phrase

entière, et. selon la tâhe) et y orrespond à la sortie attendue. x et y sont représentés ii

de manière mathématique. Si nous herhons à annoter un mot unique, x sera un veteur

(reux ou dense) et y sera un veteur reux de type one-hot, où la seule ellule ative est

elle orrespondant à l'indie de l'étiquette de sortie. Quand l'ensemble de sortie C est

disret et que haque token est onsidéré indépendamment, la sortie du réseau hθ(x) est

un veteur de taille |C| où haque élément est le sore assoié à un élément de C. Le sore

hθ(x)i d'un élément à l'indie i peut s'interpréter omme sa probabilité onditionnelle

p(i|x, θ) en lui appliquant une normalisation exponentielle, appelée également softmax :

softmax(x)i =
exi

∑C
j=1 e

xj

pour 1 ≤ i ≤ C (3.19)

Où x est ii un veteur de réels de taille C. L'apprentissage du modèle se fait de

manière similaire aux CRF via une desente de gradient en minimisant une fontion

objetif, traditionnellement la ross-entropie régularisée ave une norme ℓ2, qui se dé�nit

de la façon suivante :

C = −ctlog(yt) +
λ

2
|θ|2 (3.20)

Où λ est un hyper-paramètre, ct est une représentation dite "one-hot" de l'étiquette

de référene. Cette représentation est l'équivalent d'un index dans un lexique : un veteur

"one-hot" est un veteur où l'ensemble des valeurs est égale à 0, sauf à un unique indie,
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où la valeur est de 1.

La mise-à-jour des poids du modèle s'e�etue à l'aide de la rétropropagation des er-

reurs (Linnainmaa, 1970; Werbos, 1982; Rumelhart et al., 1985), qui onsiste à évaluer la

di�érene entre la sortie fournie par le modèle et la sortie attendue, avant de propager

la di�érene à travers le réseau. Cet algorithme n'est pas diretement appliable sur un

RNN en raison de sa nature réursive. A�n de mettre à jour les paramètres d'un RNN,

une version adaptée de la rétropropagation a été réée : la rétropropagation à travers le

temps (Werbos, 1990). Cet algorithme onsiste à dérouler le RNN sur la séquene, omme

illustré dans la �gure 3.12, le réseau devient alors omparable à un FFNN, à la di�érene

que ertaines informations seront également envoyées à l'élément suivant dans la séquene.

Un RNN a une struture omparable à une liste hainée : haque élément ne onnaît que

son suesseur diret, auquel il envoie sa sortie qui servira alors de ontexte à e dernier.

Le �té réurrent du réseau s'obtient alors naturellement, l'information étant propagée de

prohe en prohe, haque élément de la séquene aura don les ontextes aumulés de

tous ses prédéesseurs. Il est alors possible d'appliquer la rétropropagation lassique sur

le réseau déroulé.

Ils ont réemment été repopularisés dans le TAL, notamment depuis l'avènement du

deep learning (Hinton, 2007; Goodfellow et al., 2016) où les réseaux de neurones ont de

nombreuses ouhes. Partiulièrement, ils disposent de plusieurs ouhes utilisant des

fontions d'ativation, alors que les réseaux de neurones jusqu'alors n'en utilisaient qu'une.

Un autre intérêt du deep learning est l'utilisation de représentations denses pour les tokens,

que nous détaillerons dans la prohaîne setion.

Représentation des données

Un réseau de neurones est avant tout un objet mathématique utilisant des tenseurs.

Les tenseurs sont des objets mathématiques permettant de généraliser les salaires et les

veteurs dans les espaes vetoriels. Un salaire (un nombre réel) est un tenseur d'ordre

0, un veteur un tenseur d'ordre 1, une matrie un tenseur d'ordre 2, et. Pour pouvoir

utiliser un réseau de neurones dans le adre du TAL, son entrée, dans notre as les tokens,

doivent être représentés en tenseurs a�n qu'un réseau de neurones puisse les interpréter.

Soit V, le voabulaire des tokens onnu, dont la taille est notée |V |, on note V (w)

l'indie d'un token w dans V . La représentation la plus simple d'un token de V pour un

réseau de neurones est sous la forme d'une représentation appelée one-hot. Il s'agit d'un

veteur de taille |V | où l'ensemble des valeurs est égal à 0, sauf à l'indie V (w), où ette
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valeur est de 1. Il s'agit de la représentation la plus direte d'un indie dans un ensemble

de taille �xe, on peut interpréter une représentation one-hot omme la représentation ma-

thématique qui servira à séletionner un élément orrespondant au token w d'indie V (w).

On appelle es représentations des représentations reuses, dans le sens où la majorité des

éléments d'un objet représentant un token est nulle.

À ette représentation reuse est opposée une représentation dense. Il s'agit d'un ve-

teur E, de taille |E|, où la majorité des valeurs est non-nulle. Un intérêt des représentations

denses est la dimensionnalité du veteur, qui ne dépend plus de la taille du voabulaire,

e qui permet d'avoir des systèmes plus légers et plus simples d'un point de vue ompu-

tationnel. Un autre est qu'il s'agit d'une représentation dite distribuée, où l'on suppose

que les di�érentes propriétés relatives à un token sont à di�érents endroits de la représen-

tation. Nous voyons ii l'intérêt d'un point de vue de la ompression des données que les

représentations denses peuvent avoir, en partiulier quand |E| < |V |. Un autre avantage

des représentations denses est qu'il est possible de les omparer entre elles, à l'inverse

des représentations reuses. Il est notamment possible de aluler des mesures de simila-

rité entre deux représentations. L'une des mesures les plus utilisées dans le TAL est la

similarité osinus, qui se dé�nit pour deux veteurs A et B omme suit :

cos θ =
A · B

‖A‖ × ‖B‖
=

∑n
i=1Ai ∗Bi

√

∑n
i=1A

2
i ×

√

∑n
i=1B

2
i

(3.21)

Où · est le produit salaire et ‖A‖ représente la norme du veteur A. La valeur de la

similarité osinus est dé�nie dans l'intervalle [−1, 1], où -1 indiquera des veteurs opposés,

1 des veteurs olinéaires.

Dans le TAL, es représentations ne peuvent pas être diretement déduites des tokens,

ar ela impliquerait de pouvoir les analyser de manière systématique, e qui n'est pas

possible. Des représentations peuvent être en revanhe alulées sur un ensemble de tokens

onnus, ii le voabulaire V . Chaque token a alors une représentation dense lui étant

propre, ette dernière se alule de manière lassique. Étant donné un token w et sa

représentation reuse V (w), le passage à une représentation dense E(w) se fait via une

multipliation matriielle :

E(w) = V (w)×E (3.22)

où E est une matrie de paramètres dont les poids seront ajustés à l'apprentissage a�n

de fournir une représentation des tokens adaptée à la tâhe. Ces représentations s'appellent
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des embeddings en anglais. Par la suite, nous emploierons � représentation � pour traduire

embedding. D'autres tradutions ont été proposées, notamment � plongement �.

Ce type de représentation ne orrige don pas (entièrement) le problème des tokens in-

onnus. Les représentations sont alulées en se basant sur des analyses distributionnelles.

L'intuition de e type d'analyse est que � les tokens ayant des ontextes similaires ont des

sens similaires. �. Cette approhe a l'avantage de fournir des représentations dites distri-

butionnelles très puissantes, partiulièrement adaptées à l'analogie. Les représentations

des tokens utilisées dans le TAL sont don distribuées et distributionnelles. Notamment,

des équivalenes intéressantes ont été montrées, omme E(Paris) − E(France) +

E(Italy) ≈ E(Rome), que l'on peut lire "Rome est à l'Italie e que Paris est à la

Frane". Ces représentations sou�rent ependant du même problème que les représenta-

tions reuses : un token inonnu n'aura pas de représentation. Le logiiel le plus utilisé

à l'heure atuelle permettant de aluler des représentations distributionnelles pour des

tokens est word2ve (Mikolov et al., 2013a,b).

Préapprentissage de représentations

Apprendre des représentations denses des tokens permet d'améliorer grandement la

qualité des modèles de réseaux de neurones. Ces représentations se basent généralement

sur des analyses distributionnelles. Plus préisément, il est possible d'apprendre es re-

présentations sur de grands volumes de textes à l'aide de modèles de langue. Dans ette

setion, nous ne parlerons que des modèles de langues neuronaux ar nous les appli-

querons dans le adre de réseaux de neurones. Ce proessus est généralement appelé le

pré-apprentissage de représentations.

Un modèle de langue est un modèle probabiliste modélisant la probabilité d'observer

une séquene de tokens dans une langue :

P (w1, ..., wm) = P (w1)× P (w2|w1)× ...× P (wm|w1, w2, ..., wm−1) (3.23)

En appliquant l'hypothèse de Markov, ette probabilité peut être approximée en n'uti-

lisant qu'un ontexte de taille n, le modèle de langue étant alors un modèle de Markov

d'ordre n − 1. Ces modèles sont appelés les modèles de langues n-gramme. Un modèle

de langue parmi les plus simples modélise la probabilité du token ourant étant donné le

token préédent (Bengio et al., 2003). L'espae de sortie d'un modèle de langue est don le

voabulaire V tel que dé�ni dans la setion 3.3.4. Les modèles de langue peuvent être par-

tiulièrement oûteux à entraîner, l'apprentissage de représentations distributionnelles à
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l'aide de réseaux de neurones se montrant souvent plus e�aes. L'un des logiiels les plus

utilisés pour aluler e type de représentations est word2ve (Mikolov et al., 2013a,b),

dont nous détaillerons les prinipaux aspets dans la suite de la setion.

word2ve dé�nit deux modèles a�n de aluler des représentations distributionnelles

de mots, l'un appelé ontinous bag of words

7

et l'autre appelé skip-gram

8

(Mikolov et al.,

2013a). Le seond étant la variante la plus utilisée et souvent elle donnant les meilleurs

résultats, nous ne détaillerons qu'elle ii. L'idée de e modèle est de prédire les tokens

voisins du token ourant dans une fenêtre de taille �xe donnée à l'avane, c. Si nous

avons le token wt à un indie t dans la séquene, l'idée est de prédire les di�érents tokens

{wt−c, wt−c+1, ..., wt−1, wt+1, ..., wt+c}. Une représentation graphique du modèle skip-gram

est donnée dans la �gure 3.13. Cette modélisation est intéressante ar la représentation

d'un token est alulée a�n de prédire au mieux les tokens aux alentours. Il est générale-

ment reonnu que le modèle skip-gram se omporte mieux sur les tokens peu fréquents que

le modèle CBOW, ar les erreurs sur l'ensemble des tokens du ontexte est rétropropagée

sur le token ourant.

����

�����											�
�������						������

������

������

������

������

Figure 3.13 � l'arhiteture du modèle skip-gram. Le but du modèle est d'apprendre des

représentations des tokens apables de prédire e�aement les tokens voisins.

Plus formellement, étant donné un orpus onstitué d'une séquene de tokens W =

{w1, w2, ..., wT} et leurs ontextes orrespondants C = {c1, c2, ..., cT} l'objetif du skip-

gram est d'obtenir les meilleurs paramètres du modèle θ a�n de maximiser la probabilité

du orpus :

argmax
θ

∏

1≤i≤T

p(ci|wi; θ) (3.24)

7. traduisible par "sa de mots ontinu"

8. traduisible par "saute-gramme"
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Il est à noter que le but ii est plus d'avoir une représentation e�ae de haque

token, apable de rapproher et distinguer les di�érents tokens, plut�t que de maximiser

diretement la probabilité du orpus. La fontion de déision du skip-gram est le softmax

(équation 3.19) :

p(ci|wi; θ) =
evci ·vwi

∑

c′∈C evc′ ·cwi

(3.25)

Où "." est le produit salaire, vci, vwi
et vc′ ∈ Rd

des représentations denses de dimen-

sion d pour ci, wi et '. La fontion objetif s'érit alors :

argmax
θ

∏

1≤i≤T

p(ci|wi; θ)

= argmax
θ

∏

1≤i≤T

evci ·vwi

∑

c′∈C evc′ ·cwi

selon 3.25

= argmax
θ

log
∏

1≤i≤T

evci ·vwi

∑

c′∈C evc′ ·cwi

= argmax
θ

∑

1≤i≤T

(

log(evci ·vwi )− log
∑

c′∈C

evc′ ·cwi

)

(3.26)

Lorsque la taille du voabulaire est grande (> 1000000 par exemple), l'utilisation de

softmax est partiulièrement oûteuse ar il faut sommer sur l'ensemble des ontextes à

haque token du texte. Une proposition pour réduire le oût de l'apprentissage tout en

gardant une approximation prohe de l'objetif initial est le negative sampling (éhan-

tillonnage négatif) (Mikolov et al., 2013b). L'idée de ette approhe est que, si le orpus

est su�samment grand, il n'est pas néessaire d'observer l'ensemble des ontextes du

orpus. Pour haque token, un éhantillon de petite taille peut être généré de manière

aléatoire. En assumant que et éhantillon soit systématiquement négatif, nous pouvons

obtenir une bonne estimation de θ maintenant ses apaités de rapprohement et distin-

tion de tokens, à ondition que le orpus soit assez large.

Nous pouvons alors onstruire un objetif plus simple d'un point de vue omputation-

nel. Pour ela, nous dé�nissons d'abord D = {(wi, ci)|wi ∈ W, ci ∈ C, et 1 ≤ i ≤ T},

l'ensemble des tokens assoiés à leur ontexte, p(D = 1|w, c; θ), la probabilité qu'un to-

ken w soit observé dans un ontexte c selon le modèle. p(D = 1|w, c; θ) peut se dé�nir

également par le softmax, donnant alors l'objetif :
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argmax
θ

log
∏

(w,c)∈D

p(D = 1|c, w; θ)

= argmax
θ

log
∏

(w,c)∈D

1

1 + e−vc·vw

= argmax
θ

∑

(w,c)∈D

log
1

1 + e−vc·vw

(3.27)

Cette fontion objetif est triviale ar le lassi�eur n'est alimenté que d'exemples

positifs, il est possible d'ajuster θ de sorte que p(D = 1|w, c; θ) = 1 pour haque paire

(w, c) ∈ D. A�n d'éviter e phénomène, une solution simple est de présenter au lassi�eur

des exemples négatifs. De manière analogue à D, nous pouvons alors générer un ensemble

D′
d'exemples négatifs où les ontextes sont tirés aléatoirement. Nous pouvons alors dé�nir

p(D = 0|w, c; θ) = 1 − p(D = 1|w, c; θ) la probabilité que (w, c) ne soit pas observé dans

les données. L'objetif devient alors :

argmax
θ

∏

(w,c)∈D

p(D = 1|c, w; θ)
∏

(w,c)∈D′

p(D = 0|c, w; θ)

= argmax
θ

∏

(w,c)∈D

1

1 + e−vc.vw

∏

(w,c)∈D′

(

1−
1

1 + e−vc.vw

)

selon 3.27

= argmax
θ

∑

(w,c)∈D

log
1

1 + e−vc.vw
+

∑

(w,c)∈D′

log
1

1 + evc.vw

= argmax
θ

∑

(w,c)∈D

log(σ(vc.vw))
∑

(w,c)∈D′

log(σ(−vc.vw)) selon 3.17

(3.28)

L'idée ii est qu'apprendre à distinguer des tokens positifs de tokens négatifs, même

générés aléatoirement, permet d'obtenir de bonnes représentations pour les tokens. La

fontion de génération aléatoire de ontextes négatifs in�ue grandement sur les résultats.

(Mikolov et al., 2013a) utilise simplement la probabilité d'un token à la puissane 3/4,

don

count(c)
T

0.75
, même si e hoix n'est pas motivé par une raison autre que l'observation

empirique de meilleurs résultats. Des exemples de tokens ave leurs plus prohes voisins

selon des représentations préapprises (ave un autre outil que word2ve) sont donnés dans

le tableau 3.10. word2ve permet d'obtenir des représentations similaires. Ces représenta-

tions, omme dit dans la setion 3.3.4, ont des propriétés analogiques intéressantes. Il a

été montré notamment que E(Paris) − E(France) + E(Italy) ≈ E(Rome), que l'on

peut lire "Rome est à l'Italie e que Paris est à la Frane". Une autre équivalene était

E(roi) − E(homme) + E(femme) ≈ E(reine).

Ces représentations préalulées sur de larges quantités de textes ont de nombreux

avantages. Le premier est le aratère ouvrant de es représentations, le voabulaire d'un
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FRANCE JESUS XBOX REDDISH SCRATCHED MEGABITS

454 1973 6909 11724 29869 87025

AUSTRIA GOD AMIGA GREENISH NAILED OCTETS

BELGIUM SATI PLAYSTATION BLUISH SMASHED MB/S

GERMANY CHRIST MSX PINKISH PUNCHED BIT/S

ITALY SATAN IPOD PURPLISH POPPED BAUD

GREECE KALI SEGA BROWNISH CRIMPED CARATS

SWEDEN INDRA PSNUMBER GREYISH SCRAPED KBIT/S

NORWAY VISHNU HD GRAYISH SCREWED MEGAHERTZ

EUROPE ANANDA DREAMCAST WHITISH SECTIONED MEGAPIXELS

HUNGARY PARVATI GEFORCE SILVERY SLASHED GBIT/S

SWITZERLAND GRACE CAPCOM YELLOWISH RIPPED AMPERES

Table 3.10 � 6 tokens ave leurs 10 plus prohes voisins selon des représentations apprises

sur le voabulaire des 100000 tokens les plus fréquents du Wall Street Journal. Tableau

repris de Collobert et al. (2011)

long texte est en e�et beauoup plus fourni que elui d'un orpus annoté, es représen-

tations auront don une meilleure qualité sur les tokens inonnus. Elles ont également

l'avantage d'être réutilisables pour une grande variété de tâhes, es représentations por-

tant des informations distributionnelles intéressantes. Un autre e�et de ette propriété

est que le proessus d'apprentissage se retrouve aéléré, les représentations préalu-

lées étant bien plus prohes de l'optimal que des représentations qui seraient initialisées

aléatoirement.

Maintenant que nous avons dérit omment les tokens étaient représentés pour être

utilisés dans un réseau de neurones adapté aux tâhes de TAL. Nous présenterons dans la

setion suivante l'un des premiers réseaux de neurones à utiliser des représentations denses,

à savoir le réseau de neurones à onvolution tel que présenté par Collobert and Weston

(2008).

Les réseaux de neurones à onvolution (CNN)

Les CNN sont des réseaux de neurones dont le prinipe est d'observer loalement

l'espae d'entrée a�n de déterminer la sortie à une position donnée. Dans le traitement

de l'image, ela revient à en observer une zone plut�t qu'un pixel. Pour le traitement

d'une séquene, ela équivaut à utiliser une fenêtre oulissante observant l'élément ourant

ainsi que son ontexte immédiat jusqu'à une distane donnée. Typiquement, ette fenêtre

onsidère que le token ourant se situe au milieu, auquel as le alul d'une telle ouhe

se fait de la façon suivante :

cnn(x)i = Wcnn ×
[

xi−⌈l/2⌉...xi...xi+⌊l/2⌋

]

pour 1 + ⌊l/2⌋ ≤ i ≤ (s− ⌊(l − 1)/2⌋) (3.29)
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Où les rohets [ ] représentent l'opération de onaténation, ⌈x⌉ est l'arrondi à l'entier

supérieur, ⌊x⌋ l'arrondi à l'entier inférieur, Wcnn est la matrie de paramètres du CNN

ajustée à l'apprentissage et l la taille de la fenêtre oulissante et s la taille de la séquene.

Ces opérations sont exempli�ées sur la �gure 3.14.

Sur l'exemple illustré par la �gure 3.14, la ouhe de onvolution peut se voir omme

une fenêtre oulissante de taille 3, observant le token ourant ainsi que son ontexte

gauhe et droit à une distane de 1, le détail d'une telle onvolution est représenté ave

la �gure 3.14. Un CNN permet de fournir une représentation dense d'un token dans le

ontexte loal dans lequel il apparait. Cette information est plus intéressante que la simple

onaténation des di�érents tokens.

s

nhu

n

l * n

1

2

3

4 7

l

nhu

l * n

1

4

7

nhu

2

3

W

U

H

Figure 3.14 � détail des opérations e�etuées pour une onvolution temporelle. U est la

séquene en entrée, W est la matrie de paramètres et H est la séquene en sortie. n est

la taille des représentations, s la taille de la séquene, l la taille de la fenêtre, nhu la taille

de la ouhe ahée. Pour haque fenêtre de taille l, les l veteurs de U sont onaténés et

multipliés à la matrie de paramètres W pour donner un élément de la séquene de sortie

H . Nous pouvons voir que le nombre d'éléments de H est inférieur à elui de l'entrée.

Cette rédution de dimensionnalité impose d'utiliser du padding a�n de onserver une

taille ohérente par rapport au nombre de tokens de U.

Collobert and Weston (2008) proposent une approhe a�n d'utiliser les CNN dans le

domaine du TAL, pour des tâhes d'étiquetage de séquenes et de lassi�ation de phrases,

dont le prinipe général est illustré dans la �gure 3.15. Cette méthode a été utilisée sur

de nombreuses tâhes où elle était prohe de l'état-de-l'art voire état-de-l'art.

Un CNN étant un FFNN, il sou�re don des inonvénients de es derniers. Pour

l'annotation de séquenes, les réseaux de neurones réurrents sont privilégiés, en partiulier

les LSTM, que nous détaillerons dans la setion suivante.
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Input Sentence
the cat sat on the matfeature 1 (text)

s1(1) s1(2) s1(3) s1(4) s1(5) s1(6)feature 2

...

feature K sK(1) sK(2) sK(3) sK(4) sK(5) sK(6)

Max Over Time ...

Optional Classical NN Layer(s)

Softmax

Lookup Tables

LTw

... ... ......

... ... ...

1

LTwK

#hidden units * (n-2)

Convolution Layer

...

#hidden units

#classes

(d1+d2+...dK)*n

n words, K features

Figure 3.15 � un réseau de neurones à onvolution de Collobert and Weston (2008)

Les réseaux Long Short-Term Memory (LSTM)

Réemment, le domaine du TAL a vu un essor des réseaux de neurones réurrents. Ces

derniers ont été réés pour traiter des séquenes de données selon un prinipe simple :

pour haque élément d'une séquene, sa représentation est injetée dans l'élément suivant

de la séquene, permettant ainsi, de prohe en prohe, d'inorporer le ontexte à un

instant donné. Le réseau réurrent le plus simple est le réseau d'Elman (Elman, 1990),

où la ouhe ahée d'un réseau ommunique ave elle-même, à l'instar des n÷uds dans

une liste hainée. Cependant, es derniers n'arrivaient pas à modéliser des dépendanes

longue distane et leur apprentissage était très oûteux (Bengio et al., 1994).

La ouhe ahée Long Short-Term Memory (Hohreiter and Shmidhuber, 1997), ap-

pelée par la suite LSTM, s'est distinguée par sa apaité à apturer des dépendanes de

longue portée, palliant deux problèmes liés à la propagation à travers le temps lors de

l'entraînement d'un RNN lassique. Ces deux problèmes analogues sont l'extintion et

l'explosion du gradient (Hohreiter and Shmidhuber, 1997). Ces deux phénomènes sur-

viennent lors de l'atualisation des poids par rétropropagation. On parle d'extintion du

gradient lorsque les valeurs du gradient tendent exponentiellement vers 0, la mise à jour

des poids dans le réseau étant alors très faible. Le RNN a en onséquene du mal à sor-

tir d'une on�guration loale, le oût en temps de son apprentissage devient prohibitif.

L'explosion du gradient est un phénomène analogue dans lequel les valeurs roissent de

façon exponentielle. Cela provoque un phénomène d'osillation des poids, qui prennent
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des valeurs extrêmes d'une mise à jour à l'autre. Cela rend très omplexe la onvergene

vers un extremum loal, l'osillation des valeurs étant trop importante pour onverger.

LSTM est un type partiulier de ouhe ahée dans un réseau d'Elman. La �gure 3.16

illustre le fontionnement d'une ellule d'une ouhe ahée LSTM, elle est l'équivalent

du "R" dans la �gure 3.11.

Figure 3.16 � une ellule dans un LSTM. Illustration reprise de Graves and Jaitly (2014)

Le prinipe d'un LSTM réside dans le fait que le réseau dispose d'une mémoire et va

de lui-même apprendre à ne onserver que les valeurs intéressantes via un méanisme de

portes illustré dans la �gure 3.16 qui permet de ompenser les deux problèmes du gradient

en donnant au réseau une forme de stabilité. L'état ourant est représenté par la ellule

c[t]. Un LSTM dispose de trois portes : la porte d'entrée (i[t]), d'oubli (f [t]) et de sortie

(o[t]). La porte d'entrée permet de réupérer les informations pertinentes à onserver en

mémoire dans l'état ourant, elle d'oubli permet d'en retirer des informations qui ne sont

plus pertinentes. Une fois modi�é, l'état ourant est ombiné ave la porte de sortie pour

réer la ouhe ahée qui servira d'entrée à la ellule suivante dans le réseau, dont les

formules respetives sont données dans les équations 3.30.

ft = σ(Wf × ht−1 + Uf × It + bf)

it = σ(Wi × ht−1 + Ui × It + bi)

ĉt = tanh(Wc × ht−1 + Uc × xt + bc)

ct = ft ⊙ ct−1 + it ⊙ ĉt

ot = σ(Wo × ht−1 + Uo × It + bo)

ht = ot ⊙ σ(ct)

(3.30)

Les LSTM sont des variantes de réseaux d'Elman dont le prinipe peut se résumer
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à un ra�nement de la ouhe ahée. Cette piste est partiulièrement explorée dans le

TAL, où des variantes de la LSTM sont proposées (Chung et al., 2014; Gre� et al., 2015;

zar), la plus onnue étant la Gated Reurrent Unit, ou GRU (Cho et al., 2014). Ce réseau

peut se voir omme une simpli�ation de la LSTM, où les portes d'entrée et d'oubli sont

fusionnées en une porte de mise-à-jour, ainsi que la ellule et la ouhe ahée préédente.

Ces réseaux ont montré des performanes similaires aux LSTM tout en étant plus simples

d'un point de vue omputationnel, e qui les rend plus intéressants. Une autre piste de

reherhe dans le domaine des réseaux réurrents onsiste à non pas ra�ner mais étendre

les réseaux de Elman. Dans la prohaîne setion, nous détaillerons es réseaux.

Les Label-Dependenies aware Reurrent Neural Networks (LD-RNN)

Comme nous l'avons vu préédemment, les réseaux réurrents les plus ouramment

utilisés sont des variantes du réseau d'Elman. Il existe ependant d'autres types de réseaux

réurrents pouvant être utilisés dans le TAL. Le premier est le réseau de Jordan (1986). Ce

réseau est une extension du réseau de Elman. Là où un réseau d'Elman a une onnexion

réurrente sur la ouhe ahée uniquement, la onnexion réurrente d'un réseau de Jordan

relie la ouhe de sortie à la ouhe ahée. L'utilisation de e type de réseaux dans le

adre du TAL est plus justi�ée ar il permet de apturer des dépendanes au niveaux des

annotations.

Dans ette setion, nous verrons prinipalement une variante de RNN réente : les

LD-RNN (Dinarelli and Tellier, 2016; Dupont et al., 2017a), une extension des réseaux

d'Elman et Jordan. Les LD-RNN étendent le prinipe des réseaux d'Elman en reliant la

ouhe de sortie diretement à la ouhe d'embedding du réseau. Ainsi, le réseau peut tirer

au mieux parti des informations fournies par les étiquettes préédemment prédites, es

dernières passant par l'entièreté du réseau. Les di�érenes entre un réseau d'Elman, de

Jordan et un LD-RNN sont données dans la �gure 3.17. Dans ette �gure, w représente

les tokens, y les étiquettes, et E, H, O et R sont les paramètres du modèle.

Comme nous l'avons vu préédemment, l'une des grandes fores des réseaux de neu-

rones pour le TAL est leur utilisation de représentations. L'intérêt des LD-RNN est de

renvoyer l'information de la ouhe de sortie à la ouhe embedding (de représentation).

Ainsi, il devient possible d'utiliser des représentations vetorielles pour les étiquettes,

omme ela est également fait pour les tokens. Nous pouvons alors apturer le même type

d'informations distributionnelles que pour les tokens. En e�et, le alul des étiquettes de

sortie se fait à l'aide d'un softmax dérit dans l'équation 3.19. Nous pouvons transfor-
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Figure 3.17 � Shéma général des prinipaux RNN. À gauhe, un réseau d'Elmann. Au

entre, un réseau de Jordan. À droite, un LD-RNN. Image tirée de Dupont et al. (2017a).

mer e softmax en représentation reuse dont la taille est le nombre d'étiquettes. Dans

e veteur, toutes les valeurs sont égales à 0, sauf elle à l'indie de l'étiquette ayant

la plus grande probabilité, qui aura alors une valeur de 1. Nous pouvons alors, de ma-

nière équivalente aux tokens, utiliser ette représentation reuse en tant qu'indie pour

herher dans une table de orrespondanes une représentation dense de l'étiquette. Il

devient alors possible d'adapter la représentation des étiquettes a�n de mieux s'adapter à

la tâhe ible par rétro-propagation. Utiliser des représentations denses d'étiquettes avait

déjà été proposé par Chen and Manning (2014), qui utilisaient des représentations préap-

prises dans le adre de l'analyse syntaxique en dépendanes. Les LD-RNN vont plus loin

dans le sens où ils prennent en ompte un ontexte étendu d'étiquettes qui, grâe à la

rétro-propagation, permet d'apprendre les dépendanes qui lient les étiquettes ainsi que

d'extraire des features internes des étiquettes, en plus de elles des tokens.

Par soui de simpliité, nous notons Ew la matrie des représentations des tokens, et

El elle des représentations des étiquettes.

Le LD-RNN utilise, à l'instar d'un CNN présenté préédemment, des fenêtres de tokens

pour avoir plus de ontexte au moment de la prédition. Ces fenêtres sont des ontextes

gauhes et droits d'une taille �xée dé�nie à l'avane wd. Nous notons Wt le ontexte au

niveau des tokens du réseau qui est alulé omme suit :

Wt = [Ew(wt−wd) ... Ew(wt) ... Ew(wt+dw)] (3.31)
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Où les rohets [ ] représentent l'opération de onaténation et wt l'indie dans le

voabulaire du token à la position t de la séquene.

Lt est quant à lui le ontexte au niveau des étiquettes du réseau et sa dé�nition la

plus simple, qui ne tient ompte que de l'étiquette préédente, est don :

Lt = El(yt−1) (3.32)

Où yt est l'indie de l'étiquette la plus probable à l'instant t. Ainsi, le réseau prend en

ompte, à haque instant t, l'étiquette prédite à l'instant préédent. Cette dé�nition se

généralise alors naturellement pour prendre en ompte un nombre �xé et donné à l'avane

c d'étiquettes de ontexte, de la façon suivante :

Lt = [El(yt−c) ... El(yt−1)] (3.33)

Cette taille de ontexte arbitraire permet d'obtenir des modèles plus informatifs que les

CRF, qui ne prennent en ompte qu'une seule étiquette de ontexte (en plus de l'étiquette

ourante). Il n'est ependant pas garanti que ette aumulation des étiquettes de ontexte

soit plus puissante que elle des CRF, le alul de l'étiquette ourante se faisant de façon

loale pour l'étiquette ourante dans le LD-RNN, alors que pour le CRF e alul est

global sur l'ensemble de la séquene.

Les ontextes Wt et Lt sont alulés de manière séparée et passent haun dans une

ouhe ahée leur étant propre, Hw et Hl respetivement pour les tokens et les étiquettes,

a�n de donner une représentation interne qui sera utilisée dans le réseau. Ces deux repré-

sentations sont alors onaténées en une nouvelle qui est passée dans une seonde ouhe

ahée globale, H , son alul étant alors :

Ht = φ([(Hw ×Wt) (Hl × Lt)]) (3.34)

Où φ est une fontion d'ativation. Un shéma du alul de Ht est donné dans la �gure

3.18.

Ces réseaux permettent de orriger ertains problèmes présents dans des réseaux de

neurones omme les LSTM, tout en restant omputationnellement plus simples. Ces ré-

seaux étant arrivés tardivement dans la thèse, nous n'avons pas pu les tester sur les orpus

présentés dans la setion 2. Cependant, ils sont parvenus à obtenir des performanes état-

de-l'art sur les orpus ATIS et MEDIA dans le domaine de la ompréhension de la parole

(Dupont et al., 2017a; Dinarelli and Dupont, 2017), obtenant de meilleurs résultats que
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Figure 3.18 � une représentation graphique du alul de la ouhe ahée d'un LD-RNN.

Shéma tiré de Dupont et al. (2017a).

les CRFs et les autres réseaux réurrents omme LSTM et GRU.

Chaque type de réseau de neurones o�re des avantages et des inonvénients qui lui

sont propres. Certains réseaux s'inspirent également d'autres tehnologies et intègrent des

ouhes répliquant leur fontionnement. Dans la prohaîne setion, nous détaillerons es

systèmes de réseaux de neurones ombinés.

Les systèmes ombinés

Dans ette setion, nous présentons le système ombiné appelé Bi-LSTM-CRF tel que

présenté par Lample et al. (2016). Il s'agit d'une variante enrihie de l'approhe dé�nie

par Huang et al. (2015), où la sortie d'un LSTM est donnée à un CRF a�n que e der-

nier prédise la séquene. L'intérêt de l'ajout d'un CRF est que e dernier, ontrairement

au LSTM, intègre des ontraintes struturelles sur l'espae de sortie, un LSTM prédi-

sant "indépendamment" une sortie pour haque élément de la séquene, dont une vision

d'ensemble est disponible dans la �gure 3.19. L'intérêt du réseau de Lample et al. (2016)

réside dans les ajouts qu'il fait à e modèle : notamment une ouhe de séletion (dropout)

ainsi qu'une représentation du token alulée au niveau des aratères. Cette représen-

tation est faite via un LSTM bidiretionnel, ela permet de apturer des informations

morphologiques en termes de pré�xes et su�xes du token. La représentation �nale d'un

token est don la onaténation des trois représentations suivantes : elle de sa forme de

surfae, elle de ses pré�xes et elle de ses su�xes omme illustré sur la �gure 3.19. Cela

est omparable à ajouter une analyse morphologique à haque token.

D'autres ombinaisons inluent le LSTM-CNN (Chiu and Nihols, 2015) et le LSTM-
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Figure 3.19 � À gauhe : le réseau Bi-LSTM-CRF pour une phrase. À droite : Le réseau

Bi-LSTM pour un token. Shémas repris de Lample et al. (2016).

CNN-CRF (Ma and Hovy, 2016). L'e�aité de e type de réseaux n'est plus à démontrer

(Huang et al., 2015; Lample et al., 2016), une de leurs grandes fores étant leur apaité

de généralisation (Augenstein et al., 2017), leur permettant d'obtenir de très bons sores

sur les entités inonnues. Dans ette partie, nous souhaitons e�etuer une omparaison

entre les di�érents CRF proposés ii et le réseau Bi-LSTM-CRF a�n d'en mesurer les

apaités respetives de généralisation.

3.4 Comparaison sur le Frenh Treebank

Dans le adre de ette expériene, nous omparons quatre systèmes, deux à base de

règles et deux à base d'apprentissage automatique. Pour les systèmes à base de règles nous

avons testé la TM360 et ESSEX, es derniers ayant quelques di�érenes de dé�nition et

périmètre quant aux entités nommées. La plus importante est que es deux systèmes

ne font pas la distintion entre organisations et entreprises, e qui nous a onduits à

fusionner es deux types dans le orpus pour e�etuer e omparatif. Nous les ompare-

rons ave SEM (Dupont and Tellier, 2014), ainsi qu'à un Bi-LSTM-CRF. SEM utilise des

lexiques issus de Wikipedia ainsi que des listes de tokens délenheurs pour les entités

prinipales. Ces lexiques ont servi à générer des traits semblables à eux proposés par

Raymond and Fayolle (2010). Ces traits sont générés en deux étapes : 1. les lexiques sont

appliqués 2. si le token n'est reonnu par auun lexique, son POS est utilisé. Nous avons

également utilisé e trait en omplément des tokens dans le Bi-LSTM-CRF. Ces traits

sont disutés en détail dans le hapitre 4.

Les types renvoyés par les di�érents outils ne orrespondent pas totalement aux types
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attendus par le FTB. Par exemple, pour la TM360, les indies boursiers sont annotés en

tant que Company, alors que es derniers ne le sont pas dans le FTB. Elle donne également

des types hiérarhisés de lieux, le type raine /Entity/Loation de la TM360 orrespond

globalement au type Loation du FTB. ESSEX a un type plaes, qui orrespond majori-

tairement au type Loation du FTB, mais est plus ouvrant : en e�et, e dernier retrouve

également des entités géologiques omme des rivières ou des montagnes. Le type people

fourni par ESSEX orrespond au type Person du FTB.

Pour fournir des évaluations dans le même adre, nous avons utilisé un outil de Luxid

a�n d'e�etuer les mesures de qualité : l'Annotation Workbenh (AWB). Cet outil permet

de fournir des hi�res de préision, rappel et f-mesure selon deux variantes : une strite

(ommunément utilisée dans les artiles) et une tolérante (qui ignore les erreurs de fron-

tières). Le tableau 3.11 montre les résultats en termes de qualité strite, tandis que le

tableau 3.12 donne les résultats obtenus ave les mesures tolérantes.

entité loation organization person

système TM360 ESSEX SEM NN TM360 ESSEX SEM NN TM360 ESSEX SEM NN

préision 69.1 85.5 93.9 93.8 79.3 85.7 89.1 87.9 19.5 88.3 88.2 87

rappel 79.7 86.7 90.7 90.1 43.6 46.5 79.6 82.4 19.6 91.3 90.3 91.3

f-mesure 74 86.1 92.2 91.9 56.3 60.3 84.1 85.0 19.6 89.7 89.2 89.1

Table 3.11 � les hi�res de qualité strite des di�érents systèmes sur le orpus de test du

FTB. Bi-LSTM-CRF est appelé ii "NN" par soui de plae.

entité loation organization person

système TM360 ESSEX SEM NN TM360 ESSEX SEM NN TM360 ESSEX SEM NN

préision 71.1 90.2 95 95.3 86.5 90.3 92.3 91.9 89.8 90.6 91.9 89.4

rappel 81.9 91.5 91.8 91.5 47.5 49 82.4 86.2 90.2 93.7 94.2 93.7

f-mesure 76.1 90.9 93.3 93.4 61.4 63.5 87.1 89 90 92.1 93.4 91.5

Table 3.12 � les hi�res de qualité tolérante des di�érents systèmes sur le orpus de test

du FTB. Bi-LSTM-CRF est appelé ii "NN" par soui de plae.

Comme le montrent les tableaux 3.11 et 3.12, les systèmes à base d'apprentissage ont

globalement la meilleure qualité sur le FTB, à l'exeption des personnes pour lesquelles

ESSEX est le meilleur en qualité strite. Nous remarquons en omparant les qualités

strites et tolérantes pour la TM360 sur les personnes que la faible qualité en évaluation

strite est surtout due à des erreurs de frontières que l'on peut attribuer aux titres de

ivilité, non annotés dans le FTB.

Le Bi-LSTM-CRF a globalement la meilleure qualité, suivi du CRF, qui est le meilleur

système sur les lieux. D'un point de vue général, le réseau de neurones est le meilleur

système sur les entités inonnues, omme indiqué sur le tableau 3.13. Ces résultats vont

dans le sens des résultats dérits par Augenstein et al. (2017), qui ont mené des tests

de omparaison extensifs sur les CRF et les réseaux de neurones. Comme nous le verrons
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dans l'analyse des erreurs, ette amélioration du rappel est sans doute due à une meilleure

utilisation du ontexte que le CRF, e qui ause également un peu plus de bruit, expliquant

en partie la plus faible préision.

système

onnues inonnues global

P R F P R F P R F

SEM 96.83 95.46 96.14 72.46 62.53 67.13 87.89 82.34 85.02

Bi-LSTM-CRF 95.98 94.89 95.44 73.09 67.45 70.16 87.23 83.96 85.57

Table 3.13 � omparaison entre CRF et Bi-LSTM-CRF sur les entités onnues et inon-

nues de FTB.

3.4.1 Analyse des erreurs

Les systèmes à base de règles ont des extrations plut�t similaires, et partagent la

même erreur prinipale sur le FTB : un fort silene sur les organisations, dont le rappel

atteint à peine les 50%. La seonde erreur que les systèmes à base de règles partagent sur

e orpus est relatif à la struturation des organisations dont le nom ontient un pays.

C'est par exemple le as du � Crédit Fonier de Frane �, où les systèmes à base de règles

annotent � Crédit Fonier � en tant qu'organisation et � Frane � en tant que pays. Le

reste des erreurs est prinipalement dû à des di�érenes de périmètre en termes d'entités

nommées. Par exemple, ertains pays omme l'URSS n'existent plus à l'heure atuelle,

mais ela était enore le as à l'époque de ertains artiles, où ils sont enore annotés, e

qui ause des erreurs de silene pour les systèmes à base de règles. Les haînes télévisées

ne sont pas néessairement annotées. Ces systèmes reonnaissent également les indies

boursiers, qui ne sont pas annotés dans le FTB, e qui ause une augmentation de leur

bruit.

Le CRF a, quant à lui, tendane à ommettre des erreurs sur les entités inonnues,

ainsi que sur les ambigüités entre lieux et organisations, omme les pays et les villes. Une

soure de bruit pour le CRF est les abréviations tout en majusules, onfondues ave des

formes ourtes d'entités. Une soure d'erreur de frontières est sur les variantes d'entités

qui omprennent, ou non, un déterminant, omme 'est le as pour � Le Monde �, qui

est annoté omme une entité, alors que � le Monde � n'aura que � Monde � d'annoté.

Certains tokens délenheurs peuvent parfois être soure d'erreur, omme � saint �, utilisé

pour les personnes, e qui ause l'extration � Saint Louis � omme personne à la plae

de lieu.

Bi-LSTM-CRF a également des erreurs qui lui sont propres. En e qui onerne les

personnes, les erreurs ont tendane à être ontextuelles. Par exemple, Bi-LSTM-CRF n'a
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pas su distinguer � Maurie � de � l'Île Maurie �, e qui a engendré par la suite des

erreurs ontextuelles omme par exemple � l'Île Maurie et Tamatave �, où Bi-LSTM-

CRF a bien identi�é que Tamatave était une entité, mais où l'erreur de typage s'est

propagée, � Tamatave � étant alors identi�é omme une personne également. Bi-LSTM-

CRF a également eu du mal à annoter ertains tokens étrangers, e qui a donné lieu

à des erreurs où il y avait alors une ambigüité entre une personne et une organisation.

Dans l'exemple � [...℄ réservées aux médeins omme Canal Santé ou aux informatiiens

omme Computer Channel �, les entités � Canal Santé � et � Computer Channel � ont

été annotées omme étant des personnes et non des organisations. Cette utilisation du

ontexte a également permis la bonne désambiguisation de ertaines entités : par exemple

� le groupe Berlusoni �, où � Berlusoni � est annoté dans le FTB omme étant une

personne, a été annoté ii omme étant une organisation. D'un point de vue général,

Bi-LSTM-CRF est, par rapport au CRF, un système plus ouvrant mais également plus

bruyant.

3.5 Conlusion

Dans ette setion, nous avons vu les di�érentes méthodes de base permettant d'e�e-

tuer la reonnaissane d'entités nommées dans sa dé�nition la plus simple. Les méthodes

présentées ne sont pas néessairement adaptées à des tâhes où une analyse morphologique

profonde et/ou syntaxique est requise, omme pour les orpus Genia ou CHEMDNER.

Ces méthodes ne sont également pas néessairement adaptées à la reonnaissane d'entités

nommées struturées, omme pour la ampagne d'évaluation Quaero. Dans les prohains

hapitres, nous aborderons prinipalement la thématique de la struturation dans les en-

tités nommées, ette dernière se délinant en deux parties prinipales : une struturation

morphologique et une struturation syntaxique. Les enjeux de la première sont d'analyser

la struture de la forme �éhie d'une entité, à e titre une entité himique omplexe se

dérit omme l'ensemble des éléments himiques simples qui la onstituent, ainsi que la

reherhe de ontextes délenheurs d'une entité. Ceux de la deuxième onsistent à re-

trouver la struture interne d'une entité, 'est-à-dire retrouver les di�érents éléments qui

la onstituent, omme une personne est onstituée d'un prénom et d'un nom. Dans le

hapitre suivant, nous étudierons la morphologie des entités nommées.
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Chapitre 4

Struturation "morphologique" des

entités nommées
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Les entités nommées disposent souvent d'éléments disriminants permettant leur iden-

ti�ation dans un ontexte loal. Nous pouvons distinguer deux types d'éléments. Les
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premiers sont des éléments onstitutifs de ette entité et ne peuvent pas lui être reti-

rés : par exemple, une moléule omme "NH4Cl" ontient pour éléments onstitutifs les

trois atomes "N", "H" et "Cl". Un autre exemple serait, dans le domaine biomédial,

"NF-kappaB", dont les di�érentes sous-haînes intéressantes sont "NF", "kappa" et "B".

Nous appellerons par la suite es éléments des a�xes aratéristiques d'une entité nom-

mée. Le seond type d'éléments sont des éléments ontextuels forts, es éléments peuvent

faire partie ou non de l'entité et ne sont pas toujours présents. Ces éléments ontextuels

forts seront appelés des tokens délenheurs. Nous pouvons iter par exemple les titres de

ivilité pour les personnes, les di�érents types d'organisations (organisation, université,

fédération, et.) ou les di�érents types de soiétés (soiété anonyme, à responsabilité li-

mitée, et.). L'identi�ation de es éléments est partiulièrement importante, autant pour

des systèmes à base de règles que pour des systèmes à base d'apprentissage automatique.

De manière générale, es systèmes intègrent de grands lexiques onstitués à l'aide de res-

soures déjà existantes ou de onnaissanes humaines (où un expert du domaine est alors

reommandé). Malheureusement, es ressoures ne sont pas toujours disponibles, que ela

soit par leur aès restreint ou leur inexistene pure et simple.

Nous appellerons par la suite (et par abus de langage) es éléments la morphologie

d'une entité nommée, qui sera le sujet d'étude de e hapitre. Ces tokens étant des sous-

éléments ommuns à de nombreuses entités, nous avons réé un algorithme, se basant

sur la reherhe des sous-haînes ommunes, a�n de onstituer des lexiques d'éléments

onstitutifs des entités nommées. Nous montrerons omment nous l'avons utilisé pour

extraire autant les éléments onstitutifs que les ontextes forts. Nous nous onentrerons

sur trois tâhes prinipales : la reonnaissane d'entités nommées himiques, la reonnais-

sane d'adresses et nous établirons un système état-de-l'art pour les entités nommées du

français.

Les travaux visant à dérire les ontextes dans lesquels une entité apparait ont tendane

à se baser sur la syntaxe (Holat et al., 2016) ou sur une liste de tokens délenheurs dé-

pendant des onnaissanes des personnes développant des modèles (Leaman et al., 2013).

Dans e hapitre, nous proposons une approhe permettant d'extraire la "morphologie"

des entités nommées a�n de fournir des informations aux systèmes par apprentissage sans

besoin de onnaissane du domaine. Les approhes que nous proposons se rapprohent de

la fouille de motifs séquentiels (Agrawal and Srikant, 1995; Cellier and Charnois, 2010).

Ce hapitre s'artiulera de la manière suivante : dans un premier temps, nous dé-

taillerons l'algorithme que nous avons mis en plae pour extraire les a�xes fréquents puis
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pour les séletionner. Nous omparerons ensuite ette approhe ave d'autres se basant

sur de la segmentation morphologique plus lassique. Nous monterons ensuite omment

notre méthode s'étend naturellement pour l'extration de tokens délenheurs et omment

nous l'avons utilisée dans le adre de l'extration d'entités nommées du français et pour

l'extration d'adresses avant de onlure.

Nos ontributions ii sont multiples. Nous avons développé un algorithme de fouille

d'a�xes fréquents utilisable pour alimenter un système à base de traits. Nous avons montré

que et algorithme était su�samment générique pour être appliqué autant dans la fouille

de sous-haînes pour la reonnaissane d'entités nommées himiques que pour extraire des

tokens délenheurs pouvant être utilisés dans la reonnaissane des entités nommées dans

des douments en langue générale. Ces travaux nous ont permis de publier à la onférene

EGC (Dupont et al., 2016). Nous avons omparé nos méthodes à un algorithme onnu de

segmentation morphologique et avons montré des gains modestes, mais un bon potentiel.

Nous avons ensuite appliqué ette méthode a�n d'extraire des tokens délenheurs dans le

Frenh Treebank annoté en entités nommées, es informations nous ayant permis d'obtenir

un système état-de-l'art sur e orpus. Nous avons également essayé notre méthode sur

les adresses postales amériaines, où nous nous sommes rapprohé de l'état-de-l'art sans

pour autant le dépasser.

4.1 Extration de "morphologie"

Dans ette setion, nous détaillerons l'extration de la "morphologie" des entités nom-

mées. Nous ommenerons par présenter l'algorithme que nous avons utilisé, en montrant

omment il s'utilise autant pour les a�xes aratéristiques que pour les tokens délen-

heurs. Nous montrerons ensuite omment les séletionner e�aement et détaillerons les

résultats que nous avons obtenus.

Nous nous sommes dans un premier temps basés sur la tâhe CEM présentée dans la

setion 2.2.1, dans laquelle des entités nommées himiques doivent être extraites. À et

e�et, nous avons extrait des a�xes aratéristiques aux entités nommées himiques en se

basant sur les mentions d'entités nommées, a�n de les donner en tant que traits à un CRF

pour failiter leur reonnaissane. Nous avons ensuite appliqué ette méthode pour extraire

les tokens délenheurs pour la tâhe de la reonnaissane d'entités nommées sur le FTB.

Typiquement, es éléments font partie de listes �nies devant être onstituées manuellement

par une personne ayant des onnaissanes du domaine. L'algorithme que nous proposons
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ii permet de onstituer automatiquement es listes sans besoin de onnaissane. Les

tâhes sur lesquelles nous évaluons ette extration de "morphologie" des entités nommées

sont don des as de REN "plate", où les éléments qui omposent une entité ne sont pas

diretement annotés mais peuvent ependant être utilisés omme information ontextuelle

pour aider à leur reonnaissane.

4.1.1 Algorithme

À l'heure atuelle, nombre des approhes les plus performantes pour la reonnaissane

des entités nommées himiques utilisent des lexiques volumineux (Leaman et al., 2013;

Lowe and Sayle, 2014; Chiu and Nihols, 2015), des patrons de reonnaissane (Campos et al.,

2013; Holat et al., 2016) ou des listes d'a�xes onstituées à la main (Leaman et al., 2013).

Ces a�xes sont ommuns à de nombreuses entités, leur pouvoir généralisant est don im-

portant. Cela signi�e qu'il est également possible de les trouver de manière automatique

en fouillant les sous-séquenes réurrentes de es dernières, dont il faut alors omparer

les formes. Notre algorithme se base sur e prinipe : il a pour but de trouver les infor-

mations pertinentes d'un lexique a�n de réduire le volume d'information néessaire sans

pour autant avoir besoin de onstituer manuellement un ensemble de patrons de reon-

naissane. Notre approhe onsiste à explorer des lexiques à la reherhe de sous-haînes

répétées. Ces sous-haînes sont des a�xes utilisés omme patrons de reonnaissane de

tokens andidats. Le alul des sous-haînes se base sur l'algorithme du alul de la plus

longue sous-haîne ommune. Cet algorithme peut être vu omme une version simpli�ée

de l'algorithme plus onnu du alul de la plus longue sous-séquene ommune : les sous-

haînes que nous herhons à extraire sont ontigües. Chaque ellule dans la matrie est

un naturel s'interprétant omme �la taille de la sous-haîne ommune reonnue à l'état

ourant�.

Pour deux entrées L et R, nous ommençons par onstruire une matrie M de taille

[|L|+1, |R|+1℄, où |L| représente la taille de l'entrée L. Cette matrie est alors remplie de

zéros, signi�ant qu'auune sous-haîne ommune n'a été trouvée. À haque instant, nous

sommes à une position dans la matrie : M [i, j]. Si L[i] et R[j] sont égaux, M [i, j] est

alors atualisé omme étant M [i−1, j−1]+1, signi�ant que la sous-haîne préédemment

trouvée est rallongée d'un élément. L'algorithme se poursuit jusqu'à remplir la dernière

ase de M . Le pseudo-ode est donné dans l'algorithme 1.

Comme nous pouvons le voir sur l'exemple de sortie donné dans la �gure 4.1, la

matrie renvoyée ne ontient des séquenes de nombres non-nuls que sur des moreaux en
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Algorithm 1 Compute a�xes for entries L and R

funtion extratAffixes(L,R)
M ← Matrix[0..|L|, 0..|R|℄ of Integer ; ⊲ init with 0s

pre�xes ← Set of String ;

su�xes ← Set of String ;

in�xes ← Set of String ;

for i ∈ 1..|L| do
for j ∈ 1..|R| do

if L[i℄ = R[j℄ then ⊲ longer ommon a�x found

M [i, j]←M [i− 1, j − 1] + 1;
if i = L then ⊲ su�x

add(su�xes, su�x(L, M[i,j℄))

if j 6= |R| then ⊲ in�x

add(in�xes, substring(R, start←j, length←M[i,j℄))

end if ;

else if j = |R| then ⊲ su�x

add(su�xes, su�x(R, M[i,j℄))

add(in�xes, substring(L, start←i, length←M[i,j℄))

end if ;

else if M[i-1,j-1℄ 6= 0 then

if M[i-1,j-1℄ = i-1 then ⊲ pre�x

add(pre�xes, pre�x(L, M[i-1,j-1℄))

if i 6= j then ⊲ in�x

add(in�xes, substring(R, start←j-M[i-1,j-1℄-1, length←M[i-1,j-1℄))

end if ;

else if M[i-1,j-1℄ = j-1 then ⊲ pre�x

add(pre�xes, pre�x(R, M[i-1,j-1℄))

add(in�xes, substring(L, start←i-M[i-1,j-1℄-1, length←M[i-1,j-1℄))

end if ;

end if ;

end for ;

end for ;

return <pre�xes, su�xes, in�xes> ;

end funtion ;

diagonale. On peut alors savoir simplement quelle est la plus longue sous-haîne ommune

en prenant le dernier nombre d'une séquene non-nulle. À partir de la �gure 4.1 nous

pouvons don déduire l'ensemble des traits extraits : {o, t, e, n, en, one}. Il est aisé

aussi de lasser les di�érents traits en pré�xes, su�xes et in�xes, ave plus ou moins

de ontraintes. Dans l'algorithme 1, nous avons lassi�é les traits de la façon suivante :

pré�xe ou su�xe s'il est respetivement pré�xe ou su�xe d'un des deux tokens, et in�xe

s'il est une sous-séquene strite d'un des deux tokens. Dans e as, nous avons l'ensemble

des su�xes {e,one} et des in�xes {o, t, e, n, en}. Il est également envisageable d'utiliser

une lassi�ation plus strite, en renforçant la ondition � au moins un des deux tokens

� au pro�t de � des deux tokens �. La première ondition permet la génération d'un plus
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grand nombre d'a�xes andidats mais potentiellement moins justes, alors que la seonde

permet d'avoir des pré�xes et su�xes plus sûrs mais manquant de ouverture. Le tableau

de droite sur la �gure 4.1 montre l'intérêt d'une ontrainte plus lâhe : ii, nous extrayons

la séquene "bl" omme étant un pré�xe et un su�xe, e qui n'aurait pas été le as ave

la ontrainte plus strite, où "bl" se serait vu lassé omme "in�xe".

m e n t h o n e

0 0 0 0 0 0 0 0 0

r 0 0 0 0 0 0 0 0 0

o 0 0 0 0 0 0 1 0 0

t 0 0 0 0 1 0 0 0 0

e 0 0 1 0 0 0 0 0 0

n 0 0 0 2 0 0 0 1 0

o 0 0 0 0 0 0 1 0 0

n 0 0 0 1 0 0 0 2 0

e 0 0 1 0 0 0 0 0 3

b  l - 2

0 0 0 0 0 0

2 0 0 0 0 0 1

b 0 1 0 0 0 0

 0 0 2 0 0 0

l 0 0 0 3 0 0

Table 4.1 � À gauhe : extratA�xes(rotenone, mentone). À droite : extratA�xes(2bl,

bl-2)

organisation des Nations Unies

0 0 0 0 0

organisation 0 1 0 0 0

mondiale 0 0 0 0 0

de 0 0 0 0 0

la 0 0 0 0 0

santé 0 0 0 0 0

Table 4.2 � extratA�xes("organisation mondiale de la santé", "organisation des nations

unies")

Pour un lexique D, l'algorithme 1 est alors répété pour haque ouple d'éléments

E1, E2 ∈ D, donnant un ensemble d'a�xes andidats, souvent de grande taille et bruité.

Si l'on observe le tableau de droite dans la �gure 4.1, on remarque que les nombres peuvent

auser des problèmes de généralisation autant que de justesse : si on observe "A-22" et

"B-32", "2" sera onsidéré omme su�xe, e qui est inexat. Dans des ontextes où les

nombres onstituent une part importante des entités (omme dans les entités biologiques

et himiques), il est possible de onsidérer tout nombre ou séquene de nombres omme

étant équivalent, e qui peut se représenter par la substitution de tout nombre ou séquene

de nombres par "0". Dans les expérienes que nous avons menées sur CHEMDNER, nous

avons utilisé l'ensemble des entités du train en tant que lexique. A�n de généraliser les

entrées de notre lexique, nous avons appliqué des substitutions dérites dans le tableau 4.3.

Nous n'avons pas généralisé les majusules pour les entités ABBREVIATION, FORMULA
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et IDENTIFIER où la asse fournit une information importante.

majusules → minusules nombres → 0

TRIVIAL X X

SYSTEMATIC X X

ABBREVIATION ✗ X

FORMULA ✗ X

FAMILY X X

IDENTIFIER ✗ X

MULTIPLE X X

NO_CLASS X X

Table 4.3 � Substitutions e�etuées en fontion de l'entité

L'algorithme s'applique également aux séquenes de tokens, e qui revient alors à re-

herher des tokens délenheurs, es derniers étant des N-grammes ave N non ontraint.

Cette méthode généralise des reherhes de tokens délenheurs souvent basées sur des

unigrammes et/ou des bigrammes (GuoDong and Jian, 2004). Par exemple, laner l'al-

gorithme sur � omega-3 fatty aids � et � omega-6 fatty aids � donnera le su�xe �

fatty aids �. Cette méthode n'est pas dépendante du domaine et peut don s'appliquer

identiquement pour d'autres as d'usage : il est tout à fait possible de herher des tokens

délenheurs dans un adre d'entités nommées "lassique", omme illustré dans la �gure

4.2 pour � Organisation Mondiale de la Santé � et � Organisation des Nations Unies �.

Voii quelques exemples d'a�xes et de tokens délenheurs que nous avons pu extraire :

� TRIVIAL

� a�xes : -ami, -itol, -pine, -phen, -myin, -ysin (bruit)

� tokens : aid, aspirin, yli amp (amp seul non présent)

� SYSTEMATIC

� a�xes : trans-, aetyl-, ger- (bruit), -ol, -erol (bruit)

� tokens : aid, ammonia, opper, ethanol, platinum folate

� FAMILY

� tokens : aid, aids, fatty aids, vitamin, ester, bases, nuleobases

Dans un premier temps, nous avons véri�é manuellement les traits générés pour s'as-

surer qu'ils étaient pertinents. Pour e faire, nous avons requêté une base omme The-

FreeDitionary.om qui dispose d'un lexique médial

1

qui ontient notamment des a�xes

des domaines biomédial et himique, e qui nous a permis d'e�etuer une première vé-

ri�ation manuelle de la validité des traits proposés. Nous remarquons sur es exemples

que les traits peuvent être ambigus, omme � aid � qui �gure à la fois dans les tokens

1. http://medial-ditionary.thefreeditionary.om
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délenheurs de TRIVIAL, FAMILY et SYSTEMATIC.

En raison du bruit engendré par ette approhe, intégrer les traits tels quels semble

sous-optimal, la quantité d'information apportée au modèle pouvant devenir très impor-

tante et oûteuse, d'autant que le CRF devra disriminer de nombreux traits non perti-

nents. Il onvient alors de faire une préséletion de es traits a�n de ne hoisir que les

plus pertinents, e que nous détaillerons dans la setion suivante.

4.1.2 Séletion et Ordonnanement

Une fois l'ensemble des a�xes andidats généré, il faut séletionner les meilleurs a�xes

pour la tâhe d'appliation, a�n de ne fournir que les a�xes ayant le meilleur pouvoir

généralisant. Nous pouvons déjà appliquer quelques heuristiques a�n de réduire le nombre

d'a�xes générés, omme élaguer eux d'une taille insu�sante pour limiter le bruit. Des

seuils de fréquene ou d'ourrenes peuvent également servir pour estimer la pertinene

d'un andidat. Cependant, es a�xes étant faits pour être utilisés dans des ontextes où

un orpus est disponible, il parait plus pertinent de leur donner un sore de préision

ou de ouverture. Pour e alul, les marqueurs de position BIO ne sont pas pris en

ompte. La préision d'un a�xe pour une lasse C se dé�nit alors omme la proportion

de tokens de la lasse C reonnus par rapport au nombre de tokens reonnus toutes

lasses onfondues. La ouverture est la proportion de tokens de la lasse C reonnus

parmi l'ensemble des tokens de la lasse C. On peut apparenter e hoix de métrique aux

listes blanhes et noires de Lowe and Sayle (2014) qui �ajustent� la reonnaissane d'un

lexique sur le orpus d'apprentissage. L'inonvénient de l'utilisation de es mesures est

que, omme elles sont utilisées sur le orpus d'apprentissage, elles ne permettent pas de

garantir une bonne qualité sur les entités inonnues.

entité

nombre de traits

pré�xes+su�xes base ouv >= 0,1% pr >= 25%

TRIVIAL

99863

4180 2694 1632

SYSTEMATIC 9695 4161 7366

FORMULA 1039 732 659

FAMILY 3439 2319 1398

IDENTIFIER 117 117 35

MULTIPLE 795 795 49

NO_CLASS 20 20 1

Table 4.4 � Le nombre d'a�xes de tokens en fontion de la séletion e�etuée.

Sur haque token, un nombre important de traits (in�xes) peut être reonnu et il

n'est pas possible de tous les ajouter en gardant un oût raisonnable. Il devient alors
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néessaire de trier les traits de façon à augmenter leur diversité, les trier simplement à

l'aide des sores risque de faire remonter des traits similaires (qui seraient des sous-haînes

d'autres traits). Cette question de diversité des traits peut se voir omme une variante du

problème de ouverture par ensembles, où un ensemble global doit être reouvert en un

minimum de sous-ensembles onnus à l'avane : un token serait transformé en l'ensemble

de ses indies et un a�xe serait la partition des indies qu'il reouvre (un même a�xe

pouvant apparaitre à plusieurs endroits dans un même token). La reformulation de e

problème en problème de ouverture par ensembles est donnée dans le tableau 4.5. Il

existe ii deux di�érenes ave le problème de ouverture d'ensembles : la première est

qu'il n'est nullement garanti ii de pouvoir ouvrir l'ensemble global, la seonde est que

deux sous-ensembles di�érents portent un sens di�érent. En e�et, ertains a�xes prohes

ne représentent pas la même hose : methyl et ethyl par exemple ne représentent pas

le même radial himique. La ouverture maximale n'est don pas en soi souhaitable ii,

rendant l'usage de l'heuristique de la séletion du sous-ensemble le plus ouvrant (Chvatal,

1979) sous-optimale pour notre problème. Si l'on utilisait l'heuristique de Chvatal (1979)

sur le as présenté dans le tableau 4.5, le premier hoix serait "ethyl", e qui ferait de

"methyl" le sous-ensemble le moins ouvrant puisqu'il ne reouvrirait alors plus qu'un

seul nouvel élément.

ensembles indies

ensemble à ouvrir sous-ensembles {d1,i2,m3,e4,...,l18}

dimethylaminoethyl

methyl {m3,e4,t5,h6,y7,l8}

ethyl {e4,t5,h6,y7,l8, e14,t15,h16,y17,l18}

amino {a9,m10,i11,n12,o13}

di {d1,i2}

Table 4.5 � reformulation du problème de la diversité des traits en tant que problème

de reouvrement par ensembles. Selon l'heuristique de Chvatal (1979), l'ordre des sous-

ensembles à séletionner serait : ethyl, amino, di puis methyl. Un meilleur ordre serait :

methyl, ethyl, amino puis di.

Les sous-haînes plus longues, omme nous venons de le voir, représentent des éléments

plus préis qu'il est préférable de favoriser, mais garantir la diversité des traits observés est

tout aussi important pour améliorer la reonnaissane des entités nommées himiques. Un

moyen plus simple de s'assurer en général d'une bonne diversité des traits utilisés onsiste

à les hiérarhiser. Il est possible de onstruire un treillis où haque ar véri�e une relation

R(x, y) dé�nie omme "x est plus général que y". R doit être transitive et asymétrique.

Dans le adre des in�xes, R se dé�nit omme �x est une sous-haîne strite de y�. La

onstrution du treillis se fait de la façon suivante : si un n÷ud x n'est en relation ave
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auun n÷ud y dans le treillis, il est ajouté à la raine. Sinon, ∀y ∈ Y , l'ensemble des

n÷uds les plus généraux tels que R(x, y) est vraie, x devient un �ls de y et ∀z ∈ fils(y)

tel que R(z, x) est véri�ée, z devient un �ls de x. Si nous avons deux n÷uds y1 et y2 ∈ Y

tels que R(y1, y2) est vraie, alors y1 deviendra un �ls de y2. Un tel treillis est illustré

dans la �gure 4.1. En séletionnant les traits selon un parours en largeur, il est possible

d'avoir une bonne diversité de façon simple : en e�et, dans un tel graphe, deux voisins

ne reonnaissent pas les mêmes sous-haînes, la reherhe en largeur étant une façon de

donner la priorité aux traits les plus di�érents. Le tableau 4.6 donne un exemple de phrase

enrihie par es traits.

raine

benzo

arboxy hydroxy methyl

arbo

oxy

hydro ethyl

Figure 4.1 � exemple de traits hiérarhisés

token pré�xe su�xe in�xes étiquette

samples sa les amp mp pl O

were we re er O

tested tes ted est ste O

using u ing sin in O

MTT MT T T B-ABBREVIATION

( O

3-(4,5-

dimethylthiazol-

2yl)-2,5-

diphenyltetrazolium

0-(0,0-dimethyl diphenyltetrazolium tetrazolium

diphenyl

dimethyl

thiazol

B-SYSTEMATIC

bromide bromi bromide romi omid ide I-SYSTEMATIC

) O

assay as y as sa ss O

Table 4.6 � Des exemples d'enrihissement ave des a�xes sur CHEMDNER. Les ellules

vides indiquent qu'auun trait n'a pu être généré

4.1.3 Résultats expérimentaux

Les résultats que nous présentons ii ont été obtenus sur la tâhe CEM de reonnais-

sane des entités nommées himiques sur le orpus CHEMDNER. Pour rappel, la tâhe
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CEM onsiste à identi�er les di�érentes entités nommées himiques dans un doument.

Nous utiliserons omme étalon un CRF ayant pour seules informations les tokens et de

simples pré�xes et su�xes de taille 1 à 5, tous deux sur une fenêtre de 2 tokens avant

jusqu'à deux tokens après. Ce système sera omparé ave un enrihi à l'aide d'a�xes que

nous avons automatiquement générés à l'aide du proessus dérit dans les setions 4.1.1 et

4.1.2. Les tableaux 4.7 montrent les jeux de traits utilisés dans ette expériene. Les expé-

rienes omparatives que nous avons faites utilisent les pré�xes et su�xes que nous avons

automatiquement extraits. Pour es expérienes, nous avons utilisé uniquement le plus

long pré�xe et le plus long su�xe que nous avons reonnus dans un token. L'intuition est

que es pré�xes et su�xes plus longs sont plus disriminants, il est également improbable

qu'ils soient silenieux ar ils font partie d'une liste plut�t réduite onstruite automati-

quement depuis le orpus. Pour l'entrée � in�xes �, nous avons utilisé un ensemble de 5

in�xes triés selon la struture illustrée dans la �gure 4.1. � /substitution � signi�e que,

pour haque ensemble de substitutions di�érentes telles que dérites dans le tableau 4.3,

le trait est répété. Cela signi�e que pour le trait � pré�xe/substitution � il y a en tout

deux pré�xes : un pour lequel les majusules ont été transformées en minusules et les

nombres substitués par � 0 �, ainsi qu'un où seuls les nombres ont été substitués. Bien

que les a�xes soient générés entité par entité, il n'est pas utile de donner un jeu de traits

pour haune d'entre elles, un CRF établissant lui-même les orrespondanes trait/entité.

Les a�xes servant à aratériser les entités, il est important de distinguer l'évaluation

des entités onnues et elle des entités inonnues. En e�et, un algorithme par apprentis-

sage reonnaît très bien des entités qu'il a déjà vues mais a plus de problèmes pour les

entités qu'il doit deviner. De plus, les orpus biomédiaux ontiennent une grande pro-

portion d'entités inonnues : CHEMDNER a par exemple 39,5% d'entités inonnues sur

son ensemble de test.

feature fenêtre

token [-1,1℄

pré�xe[1,5℄ [-1,1℄

su�xe[1,5℄ [-1,1℄

feature fenêtre

token [-1,1℄

pré�xe/substitution [-1,1℄

su�xe/substitution [-1,1℄

in�xes/substitution [-1,1℄

Table 4.7 � À gauhe : la baseline. À droite : les traits utilisés

Les résultats que nous avons obtenus en termes de f-mesure sont donnés dans le tableau

4.8. Notre baseline est légèrement au-dessus de 80, e qui aurait valu la dixième plae (sur

vingt-sept) dans le dé� CHEMDNER 2013. En onsidérant que les traits sont simplement

des pré�xes et su�xes, e sore peut d'ores et déjà être onsidéré omme assez bon.
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Nous remarquons que sans séletion basée sur le sore, les résultats que nous obtenons

améliorent la baseline. Ce qui indique bien que es nouvelles informations peuvent être

utilisées pour améliorer les performanes. Un résultat plus étonnant est la di�érene de

qualité entre la séletion sur la base de la ouverture et elle sur la base de la préision.

Nous remarquons que la séletion par préision entraîne une hute des sores, prinipa-

lement sur les entités inonnues, pour lesquelles le rappel a subi une perte de 13 points.

À l'inverse, la di�érene entre l'absene de séletion et la séletion est à peine signi�a-

tive sur le résultat global, mais elle le devient en faisant la omparaison entre les entités

onnues et inonnues. Cela montre bien qu'une séletion in�uene beauoup les résultats

et que le hoix des heuristiques utilisées est apital.

De manière générale, nous remarquons qu'une séletion sur la base de la ouverture

est meilleure que sur la base de la préision, en témoigne l'amélioration des résultats sur

l'expériene (d) par rapport à l'expériene (b), où une séletion plus importante des a�xes

a permis d'améliorer une séletion plus partiulière.

onnues inonnues global

baseline 93.72 56.30 80.05

(a) tout 95.28 54.36 80.82

(b) pr>=25 93.97 45.34 77.28

() ouv>=0.1 94.98 55.04 80.81

(d) ouv>=0.1 + pr>=25 93.87 47.93 77.91

(e) baseline + (a) 95.10 56.65 81.54

Table 4.8 � f-mesures des di�érents systèmes expérimentés.

Malgré les di�érentes préséletions, nous n'avons pas obtenu de meilleurs résultats par

rapport à l'ajout de l'intégralité des traits, malgré quelques di�érenes de omportement

quant aux entités inonnues. Plus important, les améliorations que nous observons se font

surtout sur les entités onnues. Le tableau 4.9 propose une vue par entité permettant

d'établir ave plus de préision où sont les gains et les pertes.

Nous remarquons que la plus grosse perte sur les entités inonnues se fait sur IDENTI-

FIER (-7.75), suivi par ABBREVIATION (-5.57). Ces résultats ne sont pas en eux-mêmes

étonnants : l'algorithme n'est pas adapté à leur extration, omme illustré par les résul-

tats. Une meilleure approhe pour les abréviations serait de reonnaître de manière à

part es dernières ave des algorithmes de mise en orrespondane omme développé par

Hearst (2003). En e qui onerne les identi�ants, ils respetent majoritairement des pa-

trons assez simples, omme un ensemble de majusules suivi d'une pontuation et d'une

suite de hi�res. Notre algorithme ne sera apable que d'extraire la suite de lettres en
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onnues inonnues global

baseline (e) baseline (e) baseline (e)

ABBREVIATION 91.35 +1.21 36.08 -5.57 70.34 +0.28

FAMILY 89.03 +1.55 47.76 +2.36 73.68 +2.47

FORMULA 95.01 +0.17 61.10 +1.79 86.37 +0.75

IDENTIFIER 77.63 +8.45 35.60 -7.21 48.40 -0.73

MULTIPLE 33.33 +6.67 32.75 +2.54 32.76 +2.62

NO_CLASS 100.00 +0.00 00.00 +0.00 13.63 +0.00

SYSTEMATIC 94.75 +2.16 66.79 +3.76 82.74 +2.94

TRIVIAL 95.82 +1.32 63.56 -1.91 85.29 +0.81

Table 4.9 � f-mesures pour haque entité

tant que pré�xe. Cela explique le fort gain sur les identi�ants onnus, leur partie la plus

pertinente étant bien reonnue par notre algorithme, mais aussi la forte dégradation sur

les inonnus, où notre algorithme ne sera pas apable de retrouver l'information en as

d'identi�ant de nature di�érente (ex : identi�ant MEDLINE ontre identi�ant ChEBI).

Nous remarquons une perte assez importante sur les entités inonnues de type TRIVIAL

(-1.91).

Le type d'entité ayant eu la meilleure amélioration globale est SYSTEMATIC (+2.94),

d'abord sur les entités inonnues (+3.76) puis sur les entités onnues (+2.16).

Ces résultats montrent une amélioration globale du modèle, mis à part sur ertaines

entités. Ils illustrent aussi les limites de notre algorithme, ette limite venant du fait

que es entités se reonnaissent de manières di�érentes. Les abréviations se reonnaissent

plus simplement par des méthodes algorithmiques : une fois les entités trouvées dans

le doument, il faut reherher les potentielles abréviations leur orrespondant dans e

même doument, une même abréviation pouvant orrespondre à deux entités de natures

di�érentes d'un doument à l'autre (et don ne devant pas être reonnue).

A�n d'a�ner l'analyse de notre modèle, nous allons à présent nous onentrer sur les

erreurs faites par e dernier.

4.1.4 Analyse des erreurs

Nous avons lassé les erreurs selon 5 types di�érents : les erreurs de type (T), de

frontière (F), de type et frontière (TF), le bruit (B) et le silene (S). Nous onsidérons

les quatre premiers types d'erreurs omme étant des erreurs de préision (P), e qui

signi�e qu'une entité renvoyée par le système ne peut s'aligner qu'ave une seule entité de

l'annotation de référene et que P + T + F + TF + B = 100. Les erreurs de silene sont

les entités de l'annotation de référene qui n'ont pu être alignées ave une proposition du
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CRF. Une omparaison des sores est donnée dans le tableau 4.10. Les deux derniers sont

partiulièrement intéressants, le bruit pouvant être une entité manquée par les annotateurs

et le silene donnant plus d'informations sur les entités di�iles à identi�er. En e�et, les

entités bruitées (les désaords entre les systèmes et la référene de manière générale)

pourraient servir de base pour une passe d'adjudiation d'un orpus.

onnues inonnues

baseline (e) baseline (e)

préis 96.36% 97.05% 67.36% 72.9%

type 1.25% 0.4% 13.54% 11.22%

frontière 0.45% 0.4% 5.57% 6.41%

type+frontière 0.17% 0.08% 3.73% 3.88%

bruit 1.76% 2.06% 9.80% 5.6%

silene 7.00% 5.90% 35.25% 40%

Table 4.10 � omparaison des erreurs

Beauoup d'erreurs sur les abréviations sont dues à des entités ayant la même forme

que des abréviations onnues, mais qui orrespondent à une autre entité. � NAC � par

exemple, dans le orpus d'entraînement signi�e généralement � N-Aetyl-l-ysteine � alors

que dans ertains douments du orpus de test, ela représente � nuleus aumbens �,

qui n'est pas une entité biohimique, don hors de la dé�nition de CEM.

Les erreurs de silene sont assez importantes et touhent logiquement les entités in-

onnues, qui représentent 80% du silene total du système. Dans la plupart des as, une

entité inonnue dans l'ensemble des entités silenieuses n'est jamais annotée, signi�ant

que le ontexte n'est soit très peu utilisé pour déteter les entités inonnues, soit pas assez

disriminant.

En analysant les erreurs de silene sur les entités onnues, nous avons trouvé de pro-

bables erreurs d'annotations. Par exemple � phenoli � (TRIVIAL) dans le ontexte de

� phenoli ompounds � n'est pas toujours annoté dans le orpus d'entraînement, alors

qu'il l'est toujours dans le orpus de test. Un autre exemple est � thyroid hormone � (FA-

MILY), non annoté dans la plupart des as dans les données d'entraînement mais annoté

dans le orpus de test. Ces erreurs d'annotation demeurent minoritaires, la lassi�ation

des erreurs a ependant permis de les déteter très aisément.

Nous avons également trouvé des as où une préséletion � parfaite � aurait orrigé

une erreur. Par exemple, � aminoglyosides � (FAMILY) a bien ses pré�xes et su�xes

� amino- � et � -glyosides � reonnus, mais la somme des poids dans le modèle oriente

plus vers � O � en raison des autres traits présents sur le token.

Les erreurs de type onernent surtout les entités SYSTEMATIC et TRIVIAL (32%),
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et plus prinipalement des entités de taille 1 ayant des a�xes ambigus, tels que � -ine �,

� -ene �, � -ide � ou � -ate � (42%). Elles onernent ensuite les entités de type FAMILY

onfondues ave une entité TRIVIAL ou SYSTEMATIC (27%), qui sont souvent faites

sur des familles d'entités étant au singulier telles que � arbapenem � ou � polylysine

�. L'erreur survient aussi sur des tokens FAMILY qui, en ontexte, peuvent hanger de

type. � peniillin � est de type FAMILY mais le token est souvent annoté TRIVIAL ar

on trouve souvent un membre partiulier tel que � peniillin G � annoté en TRIVIAL et

assez peu � peniillin � seul.

Les erreurs de frontières sont majoritairement des erreurs de taille 1 (67%) et plus par-

tiulièrement des oublis d'un token (56% du total). Ces erreurs sont souvent des adjetifs

oubliés en début d'entité ou des noms oubliés en �n d'entité.

4.1.5 Conlusion intermédiaire

Dans ette setion, nous avons donné un algorithme simple de génération d'a�xes

andidats se basant sur l'algorithme de la sous-haîne la plus longue. En réupérant les

sous-haînes détetées par l'algorithme, nous avons pu établir une base de traits a�n

d'alimenter un système par apprentissage automatique omme un CRF. Après les avoir

onstitués, nous avons montré omment les séletionner et les ordonnaner a�n de les

intégrer au mieux. Cette approhe peut don se voir omme un générateur d'observations

pertinentes. Elle permet d'éviter de générer l'ensemble des sous-séquenes de haque token

ou d'utiliser l'ensemble des segments renvoyés par un segmenteur morphologique, qui ne

ontient souvent qu'une petite proportion de traits pertinents. En e sens, la méthode

développée ii permet de ne générer qu'un ensemble restreint de traits pertinents. Les

expérienes que nous avons menées dans les setions préédentes nous ont permis de

valider notre approhe sur le orpus CHEMDNER sur la tâhe CEM. Nous observons que

l'amélioration des résultats se situe prinipalement sur les entités onnues, qui nous ont

servi de données d'entrée pour notre algorithme d'extration. Bien que nous n'ayons pas

beauoup amélioré la qualité sur les entités inonnues, nous sommes on�ants que nous

pourrons l'améliorer à l'avenir.

A�n de valider ette approhe d'extration de sous-séquenes, nous allons omparer

ette méthode ave un CRF dont les traits seraient générés par par apprentissage auto-

matique de morphologie ou en générant l'ensemble des traits.
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4.2 Morphologie par apprentissage automatique

Dans ette setion nous détaillerons deux méthodes d'intégration de la morphologie par

apprentissage automatique dans un CRF. La première onsistera à utiliser Morfessor en

tant que segmenteur morphologique, la seonde génèrera l'ensemble des sous-haînes d'un

token et laissera le CRF déider desquelles sont les plus pertinentes. Nous omparerons

es deux méthodes au CRF que nous avons onstruit dans la setion 4.1.

4.2.1 Morfessor

Morfessor (Creutz and Lagus, 2005b; Virpioja et al., 2013) est une famille d'algo-

rithmes réés pour répondre à la tâhe de la segmentation morphologique, où les tokens

sont déoupés en sous-tokens, utilisés à l'origine pour analyser des langues agglutinantes

omme le �nnois. La première version de Morfessor, appelée Morfessor Baseline, a été

développée par Creutz and Lagus (2002). Diverses variantes en sont dérivées, notamment

Morfessor Categories-MAP (Creutz and Lagus, 2005a) et Allomorfessor (Virpioja et al.,

2009). Les algorithmes Morfessor sont des modèles génératifs probabilistes dont la proba-

bilité marginale est inspirée du prinipe de la longueur de desription minimale,Minimum

Desription Length (MDL) en Anglais. La MDL a été dérite par Rissanen (1978), l'idée

est de trouver un modèle tel que la représentation onjointe du modèle et des données

sahant le modèle est la plus ompressée possible. Le prinipe sous-jaent est que plus une

représentation des données est ompressée, mieux elle modélise les régularités présentes

dans elles-i.

Morfessor distingue trois types d'unités. Premièrement, les atomes sont les éléments

minimaux, ils ne peuvent pas être segmentés, dans notre as, il s'agit des aratères.

Ensuite viennent les onstrutions qui sont des séquenes ontigües d'atomes qu'il est

possible d'aumuler, il s'agit pour nous de sous-haînes. Finalement, les omposants

sont les exemples observés à segmenter, pour une analyse morphologique il s'agit don

des tokens. La segmentation d'un omposant en onstrutions est appelée son analyse.

Comme dit i-dessus, Morfessor est une famille de modèles génératifs probabilistes.

Il modélise la probabilité de prédire un ensemble de omposants W et leurs analyses A

étant donnés des paramètres θ : p(A,W |θ). Les paramètres θ du modèle représentent deux

éléments : le lexique L et la grammaire G. Le lexique omprend l'ensemble des onstru-

tions, tandis que la grammaire indique omment les onstrutions peuvent être ombinées

pour former des omposants. L'illustration du work�ow de Morfessor est illustrée dans la
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�gure 4.2. Dans ette �gure, L est la fontion de oût, elle prend en argument un orpus

d'apprentissage DW , les paramètres θ et optionnellement un ensemble annoté DW→A, ar

Morfessor fontionne également en mode non supervisé. φ est la fontion de segmenta-

tion dé�nie par Morfessor. L'analyse a d'un omposant w est dé�nie par la fontion de

segmentation a = φ(w; θ).

Training data

compounds DW

(1) Model training:

arg min
θ

L(DW , DW→A, θ)

Annotated train-

ing data DW→A

(2) Decoding:

A = φ(W; θ)

Test data

compounds

Test data

constructions

W

W, A

θ

W A

Figure 4.2 � Illustration du work�ow global de Morfessor, reprise de Virpioja et al.

(2013). Le modèle est entraîné en optimisant les paramètres θ minimisant la fontion

de oût L(DW , DW→A, θ) selon des omposants W dans un ensemble d'entraînement non-

annotéDW , et optionnellement des omposants W et leur onstrution A dans un ensemble

optionnel d'entraînement annoté DW→A. Les paramètres du modèle entraîné servent alors

à segmenter les nouvelles données dans la phase de déodage à l'aide de la fontion φ.

Selon un ensemble d'apprentissage Dw et des paramètres θ, Morfessor optimise une

estimation du maximum a posteriori (MAP) de la probabilité p(A,W |θ). Le but est don

de trouver l'ensemble de paramètres θ le plus probable selon un ensemble d'apprentissage

DW :

θMAP = argmax
θ

p(θ|DW ) = argmax
θ

p(θ)p(DW |θ) (4.1)

La fontion de oût à minimiser étant :

L(θ,DW ) = − log p(θ)− log p(DW |θ) (4.2)

Il est possible de faire ii l'analogie ave MDL : idéalement, θ est une représentation

ondensée des données dont nous herhons à minimiser le oût.

Morfessor utilise un algorithme d'optimisation loal ne regardant qu'un seul omposant

wj à la fois. Il séletionne d'abord l'analyse minimisant la fontion de oût :

y
(t)
j = argmin

yj∈Yj

{

min L(θ, Y (t−1), DW )
}

(4.3)

Où Y t−1
est l'ensemble des analyses à un instant t-1. Les paramètres sont alors ajustés
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selon la formule suivante :

θ(t) = argmin
θ

{

L(θ, Y (t), DW )
}

(4.4)

La onvergene vers un minimum loal est garantie du fait qu'auune des deux fon-

tions préédentes ne peut augmenter le oût du modèle. En e�et, dans le pire des as, le

modèle ne sera tout simplement pas modi�é. Un exemple de orpus ave ses omposants

et les di�érents segments générés est représenté dans la �gure 4.3.

ompte token

1 unmathed

1 mathbox

1 mathed

2 boxes

5 math

7 box

un+matched (1, 1) match+boxes (1, 1)

match+ed (1, 2)un (0, 1) box+es (2, 3)

match (5, 8) ed (0, 2) box (7, 10) es (0, 3)

Figure 4.3 � À gauhe, un orpus d'entrée pour Morfessor. À droite, l'arbre d'analyse

orrespondant au orpus. Les éléments ayant un ontour en pointillés sont des éléments

pouvant être segmentés, tandis que les éléments ave un ontour plein ne le peuvent pas.

À haque élément est assoié un ouple de nombres (X,Y) : X orrespond au nombre d'o-

urrenes d'un élément en tant que omposants dans le orpus, Y orrespond au nombre

d'ourrenes aumulées en additionnant à X l'ensemble des nombres d'ourrenes de

l'ensemble des anêtres de l'élément. L'illustration de droite est tirée de Virpioja et al.

(2013).

A�n de donner une idée de la ompression des données, nous utiliserons la dé�nition

"brute" du prinipe de MDL de Grünwald (2005) (page 11). Bien que ette mesure ne soit

pas exatement elle utilisée par Morfessor, elle s'en inspire et est plus simple à aluler :

L(D,H) = L(H) + L(D|H) (4.5)

Où D est le orpus d'exemples, H les di�érentes onstrutions de Morfessor, L(H)

représente la taille en nombre de bits de H et L(D|H) représente la taille en nombre de

bits du orpus enodé selon H (ii, la taille de l'ensemble des analyses). Nous onsidérons

ii que le nombre de bits est équivalent au nombre de aratères (atomes pour Morfessor).

Nous voyons que ette formule est similaire à l'équation 4.2. Si nous reprenons la �gure 4.3,

nous avons D dé�ni selon le tableau de gauhe. Nous pouvons omparer l'analyse fournie

dans la �gure 4.3, que nous appellerons H1 à deux analyses ariaturales des données :

� H1 : l'analyse fournie dans la �gure 4.3. H1 = {un, math, ed, box, es}

� H2 : l'ensemble des hypothèses est l'ensemble des aratères observés. H2 = {a, b,

, d, e, h, m, n, o, s, t, u, x}
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� H3 : l'ensemble des hypothèses est l'ensemble des tokens observés. H3 = {unmat-

hed,mathbox,mathed,boxes,math,box}

L(H) est la taille en nombre de bits de H :

L(H) =
∑

h∈H

L(h) (4.6)

Pour H1, nous avons don L(H1) = L(un) + L(match) + L(ed) + L(box) + L(es) =

2 + 5 + 2 + 3 + 2 = 14. De la même manière, nous avons L(H2) = 13 et L(H3) = 37.

L(D|H) est la taille en nombre de bits des analyses :

L(D|H) = taille(φ(d;H)) (4.7)

Pour H1, nous avons don L(D|H1) = taille(φ(unmatched;H1)) +

taille(φ(matchbox;H1)) + ... + taille(φ(box;H1)) = 3 + 2 + ... + 7 × 1 = 23. De manière

équivalente, nous avons L(D|H2) = 80 et L(D|H3) = 17.

Au �nal, nous avons don :

� L(D,H1) = L(H) + L(D|H) = 14 + 23 = 37

� L(D,H2) = 13 + 80 = 93

� L(D,H3) = 37 + 17 = 57

L'hypothèse H1 permet don de beauoup mieux ompresser les données que les autres

hypothèses. L'hypothèse faite par Morfessor est que ette ompression est une meilleure

représentation des données d'un point de vue de leur segmentation.

Dans les setions suivantes, nous omparerons Morfessor à nos algorithmes de reherhe

de sous-haînes fréquentes dans le adre de la REN himique à base de CRF.

4.2.2 Intégration dans un CRF

Nous avons voulu omparer notre méthode de reherhe automatique d'a�xes per-

tinents à deux méthodes par apprentissage automatique. La première onsiste à utiliser

Morfessor a�n d'apprendre automatiquement un segmenteur des tokens au niveau de leurs

aratères. La seonde se veut enore plus simple : donner l'ensemble des sous-séquenes

présentes dans un token au CRF. Cela est assez prohe d'une autre méthode, plus utilisée

dans les réseaux de neurones : la onvolution au niveau des aratères. Prohe, ar un

CRF ne peut pas e�etuer une onvolution à proprement parler, il est en revanhe possible

de lui fournir l'ensemble des n-grammes trouvés dans un token donné, n n'ayant pas à

être �xé en avane. Les di�érenes prinipales qu'il y a entre et ensemble de traits et une
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véritable onvolution de aratères et que l'ordre est perdu ainsi que les doublons. Cette

génération des in�xes permet d'obtenir un avantage par rapport à une onvolution las-

sique : la possibilité de reourir à des lexiques. Nous pouvons par exemple aisément dire

que, pour un token, un de ses pré�xes, su�xes ou in�xes appartient à un lexique donné,

omme par exemple elui des atomes ou des alkanes (ethyl, methyl, et.). Un autre avan-

tage à utiliser un CRF plut�t qu'un réseau de neurones est la possibilité d'ajouter des

features supplémentaires qu'il serait ompliqué d'intégrer dans un réseau de neurones :

nous pouvons également e�etuer des omptages omme l'a fait le vainqueur de la tâhe

CEM, qui avait ompté les di�érentes lasses de aratères (alphabétique, numérique,

autres). Dans les expérienes que nous avons menées, nous avons trouvé qu'une taille

d'au maximum 7 pour les pré�xes et su�xes était plus performante, les performanes ne

s'améliorent pas après et peuvent même se dégrader si l'on prend l'ensemble de tous les

pré�xes et su�xes d'un token sans taille maximale �xée, le plus grand pré�xe ayant alors

la taille du token moins un unique aratère.

4.2.3 Résultats

Les résultats présentés ii sont eux obtenus par les di�érents systèmes d'apprentissage

automatique intégrant la reonnaissane de la morphologie de manière automatique. Nous

omparons ii trois systèmes prinipaux. Le premier utilise les a�xes générés selon la

méthode dérite en setion 4.1. Le deuxième utilise un segmenteur appris ave Morfessor

sur l'ensemble d'apprentissage. Le dernier utilise l'ensemble des sous-haînes in�xes du

token et des pré�xes et su�xes d'une taille 1 à 7.

Pour "CRF Morfessor", nous avons utilisé la segmentation fournie par Morfessor a�n

d'alimenter le CRF en desripteurs pour la tâhe CEM. À et e�et, nous avons appris de

manière non supervisée Morfessor sur l'ensemble des tokens du orpus d'apprentissage,

puis nous avons alulé sur l'ensemble d'entraînement le token ayant le plus grand nombre

de segments, e dernier en avait 48. Nous avons don, dans Wapiti, généré 48 olonnes (au

même format que le tableau 3.7), haune étant le segment trouvé par Morfessor, ou "##"

s'il n'y avait plus de segments (si un token est déoupé en 8 sous-haînes par Morfessor,

les 40 olonnes restantes seront "##"). Nous avons ensuite utilisé Wapiti pour e�etuer

l'apprentissage, mais l'avons modi�é a�n qu'il ne génère pas les observations égales à

"##". De ette manière, nous avons pu simuler dans Wapiti l'utilisation de traits multi-

valués. La séquene "##" faisant o�e d'élément de substitution, sa suppression n'a�ete

pas négativement le modèle.
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Pour les CRF entraînés ave Wapiti, nous avons utilisé l'algorithme rprop et les normes

ℓ1 et ℓ2 à 1,2 et 0,1 respetivement. Pour les CRF intégrant l'ensemble des sous-haînes,

nous avons utilisé CRFsuite (Okazaki, 2007) ave l'algorithme "pereptron moyenné" en

le on�gurant a�n qu'il génère l'ensemble des features, pour produire des modèles les plus

prohes possibles de eux générés par Wapiti.

préision rappel f-mesure

CRF baseline 86.76 74.30 80.05

CRF a�xes 89.80 74.67 81.54

CRF Morfessor 89.89 74.14 81.26

CRF sous-haînes [0℄ 86.01 77.67 81.62

CRF sous-haînes [-1..1℄ 87.30 78.40 82.61

CRF sous-haînes [-2..2℄ 86.84 77.40 81.85

Table 4.11 � résultats globaux sur les expérienes menées ave Morfessor et un CRF

ayant l'ensemble des sous-haînes d'un token

Les résultats de ette expériene sont détaillés dans le tableau 4.11. Nous remarquons

tout d'abord que pour toutes les méthodes onsidérées, nous avons pu améliorer de manière

signi�ative notre baseline. Le meilleur résultat que nous avons obtenu a été ave le CRF

utilisant l'ensemble des sous-haînes. Nous avons onsidérablement amélioré notre rappel

par rapport aux expérienes préédentes. Cela illustre bien la fore prinipale des a�xes

à donner des informations pertinentes. Cela nous onforte dans l'idée de les utiliser sur de

larges lexiques, d'où nous pourrions extraire plus de traits utiles. L'utilisation d'un grand

volume de données traitées permettrait de générer un plus grand ensemble d'a�xes qui

serait par la même oasion plus ouvrant, orrigeant (au moins en partie) le problème

de rappel des a�xes générés.

onnues inonnues global

baseline 93.72 56.30 80.05

a�xes 95.1 56.65 81.54

morfessor 94.43 57.27 81.26

CRF sous-haînes [-1..1℄ 96.37 57.34 82.61

Table 4.12 � f-mesures en fontion de la présene d'une entité dans le orpus d'entraîne-

ment sur les di�érentes expérienes menées.

Le tableau 4.12 montre les f-mesures obtenues par les di�érents systèmes sur les entités

onnues et inonnues du orpus d'apprentissage. Nous remarquons que Morfessor, par

rapport à notre méthode de reherhe d'a�xes, a une moins bonne f-mesure sur les entités

onnues mais une meilleure sur les entités inonnues. Ces résultats on�rment le aratère

préis des a�xes réupérés automatiquement. Morfessor a également l'avantage de donner
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trait poids

organo 2.77

Hg 2.40

metabol 2.31

osinolates 2.11

Xe 2.11

sporine 2.11

sulfonyl 2.05

ellulose 2.05

yanidin 2.02

Table 4.13 � Les 10 traits ave les plus forts poids présents dans le modèle Morfessor,

mais absents du modèle utilisant les a�xes générés automatiquement

des informations sur tout le token, auune sous-séquene n'étant perdue ave le proessus

de segmentation, e qui permet d'avoir un éventail plus ouvrant de traits. Nous avons

trouvé un peu moins de 4000 a�xes présents dans le modèle Morfessor qui étaient absents

du modèle utilisant les a�xes, les dix a�xes les plus disriminants sont donnés dans le

tableau 4.13. La majorité des traits présents dans e tableau sont pertinents. L'utilisation

de l'ensemble des sous-haînes d'un token nous a permis d'obtenir les meilleurs résultats,

mais la qualité sur les entités inonnues n'a pas vu un fort gain par rapport à Morfessor.

Il semble don que Morfessor soit un bon hoix en termes de traits, e dernier ayant un

apport intéressant sur les entités inonnues et demeurant plus léger qu'intégrer l'ensemble

des sous-haînes.

Nous avons présenté ii un algorithme simple pour extraire les a�xes présents à l'in-

térieur des tokens et avons montré les avantages et les inonvénients de ette méthode

par rapport à d'autres dans le adre de la reonnaissane d'entités nommées himiques.

Notre algorithme peut également s'utiliser pour retrouver des tokens délenheurs dans

les entités nommées, omme ela est montré dans le tableau 4.2. Dans la setion suivante,

nous allons utiliser et algorithme a�n de onstruire et enrihir des ressoures lexiales en

générant des listes de tokens délenheurs que nous intégrerons ensuite à des systèmes de

reonnaissane d'entités nommées par apprentissage automatique.

4.3 Extration de tokens délenheurs

Dans ette setion, nous nous onentrerons sur l'extration de tokens délenheurs et

son intégration dans un système par apprentissage automatique. Notre algorithme 1 est

apable de repérer les a�xes pertinents, autant au niveau des tokens que des séquenes

de tokens. Il peut alors être utilisé omme un moyen de réer des premiers lexiques ou
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d'enrihir des lexiques déjà existant. Dans ette setion, nous l'utiliserons sur des séquenes

de tokens a�n de trouver des tokens délenheurs, dans le adre des adresses et de la

reonnaissane d'entités nommées sur le Frenh Treebank.

4.3.1 Intégration dans un système par apprentissage

Nombre de systèmes par apprentissage intègrent des onnaissanes linguistiques d'une

façon ou d'une autre, eux n'en intégrant auune peinant à être ompétitifs omme

l'a onlu Jungermann (2007), que ette onnaissane soit lexiale ou morphologique

(Raymond and Fayolle, 2010; Constant et al., 2011; Holat et al., 2016), une représenta-

tion des tokens alulée sur des volumes importants de données textuelles (Collobert and Weston,

2008; Ratinov and Roth, 2009; Lample et al., 2016). Le reours à l'apprentissage joint de

plusieurs tâhes (Collobert and Weston, 2008; Luo et al., 2015) permet également d'ap-

prendre des modèles plus �ns.

Il est ourant dans le domaine du TAL d'utiliser un ensemble de lexiques, appelé

onnaissanes a priori, a�n d'aider les systèmes par apprentissage à avoir des modèles

plus génériques et robustes. Généralement, à haque type de sortie orrespond un lexique

spéi�que. Les traits issus de l'utilisation d'un ensemble de lexiques, appelé � onnais-

sanes a priori �, ont été notamment utilisés par Raymond and Fayolle (2010), dont le

travail nous servira don de point de départ. Ces traits sont en fait la ombinaison de

plusieurs éléments, que l'on peut rapproher des motifs dérits par Holat et al. (2016). Ils

sont générés en trois étapes :

1. Les onnaissanes a priori sont appliquées. Ii, haque token reonnu par un lexique

est marqué ave l'identi�ant de e dernier.

2. Les tokens dits � importants � (qui ont une forte information mutuelle ave une

lasse de sortie) sont laissés tels quels.

3. La partie du disours (Part Of Speeh, POS) est utilisée pour les tokens non re-

onnus dans les deux étapes préédentes.

Nous avons légèrement modi�é es traits ii : à la plae des tokens importants, nous

avons réé des listes de tokens délenheurs pour haque type d'entité prinipal. Ces listes

ont été onstituées manuellement et enrihies à l'aide de noms ommuns réupérés dans

le ontexte prohe des entités dans l'ensemble d'entraînement. L'inonvénient des tokens

importants est que seule leur forme de surfae est utilisée, e qui pose deux problèmes.

Premièrement ette liste est �gée et toute modi�ation impose de réapprendre le modèle,
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alors qu'un token délenheur peut simplement être ajouté à la liste orrespondante. De

plus, il n'est pas garanti que l'ensemble des tokens importants présents dans l'ensemble

d'apprentissage soit exhaustif. Si un token important est absent du orpus d'apprentissage,

les CRF seront inapables de l'utiliser pendant l'annotation. À l'inverse, les tokens absents

des lexiques peuvent être rajoutés au fur et à mesure, donnant aux CRF des informations

qu'ils peuvent utiliser.

Le tableau 4.14 présente des traits générés par la proédure préédente. Cette repré-

sentation est équivalente à elle tabulaire du tableau 3.7, le format "en lignes" ii est plus

pratique pour omparer les di�érentes informations. Les lignes ommençant par � l/X �

signi�ent que � X � a été utilisé pour remplaer les tokens qu'auun lexique n'a reonnu.

Nous voulions évaluer l'utilisation de deux ressoures en plus des POS, l'une plus préise

� les tokens � et l'autre plus générale � le hunking (Abney, 1991). L'intuition est que

les tokens permettent d'avoir des ontextes forts, tandis que le hunking permet une plus

grande généralisation � les entités nommées orrespondant généralement à des hunks

nominaux ou prépositionnels. Le tableau 4.15 représente la même information, mais pour

les adresses.

L'algorithme 1 permet de réupérer des a�xes réurrents. Dans le as où es unités

sont des tokens, il peut alors être utilisé sur les séquenes de tokens onstituant une entité

nommée a�n d'en extraire les tokens délenheurs, omme indiqué sur le tableau 4.2. Cet

algorithme peut alors être utilisé pour onstituer ette liste si elle n'est pas disponible, ou

l'enrihir au fur et à mesure que de nouvelles entités sont déouvertes.

tokens la soiété Warner fondée par les frères Warner

lexiques ∅ omp.trigger last-name ∅ ∅ ∅ ∅ last-name

l/tokens la omp.trigger last-name fondée par les frères last-name

l/POS DT omp.trigger last-name ADJ PRP DET NC last-name

l/hunks NP omp.trigger last-name AP B-PP I-PP I-PP last-name

Table 4.14 � Exemple de traits générés depuis un ensemble de lexiques. "omp.trigger"

marque un token délenheur pour l'entité "Company".

tokens 1 rue Maurie Arnoux , 92120 Montrouge

lexiques nombre type_voie ∅ ∅ ∅ ode ville

l/POS nombre type_voie n.p n.p pont ode ville

l/token 207 type_voie Maurie Arnoux , ode ville

Table 4.15 � Exemple d'utilisation de lexiques pour les adresses

Nous nous onentrerons ii sur la gestion des tokens ambigus dans la soure de

onnaissane, 'est-à-dire eux qui apparaissent dans au moins deux lexiques di�érents.
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Nous évaluons pour ela deux méthodes de gestion de es ambigüités, lesquelles ne �gu-

raient pas dans les travaux originaux mais qui peuvent auser de grandes di�érenes de

résultats, omme nous le verrons dans la setion 4.4.1. Il n'est pas rare qu'un token puisse

être ambigu, dans le sens où il apparait dans plusieurs lexiques. C'est par exemple le as

de � Paris �, qui peut référer à une ville (lieu) ou à un prénom (personne). Dans un tel

as, deux possibilités s'o�rent à nous. La première onsiste à e�etuer une analyse am-

bigüe, où haque token reonnu par plusieurs lexiques se verra attribuer plusieurs lasses.

Ce type d'analyse a l'avantage de distinguer les tokens sûrs de eux qui sont ambigus et

permet don à l'algorithme d'e�etuer une analyse plus �ne, mais elle a également omme

inonvénient que les ambigüités peuvent ne pas être observées à l'apprentissage, laissant

le système démuni en phase d'annotation. Une seonde approhe onsiste à établir une

relation d'ordre sur les lexiques, notée >, ave x > y se dérivant omme � x est plus prio-

ritaire que y �. Prenons deux lexiques x et y ainsi qu'un token t tels que t ∈ x∩y et x > y.

Lorsque nous renontrons le token t dans notre orpus, e dernier prendra alors systéma-

tiquement la lasse assoiée à x. Cela équivaut à supprimer systématiquement l'ensemble

des tokens ambigus des lexiques les moins prioritaires. Cette approhe a l'avantage de ne

laisser auune ambigüité et de fournir des traits plus simples et moins silenieux au CRF,

même si es derniers sont moins préis. Par la suite, nous appellerons es onnaissanes

a priori, lorsqu'elles sont lassées et triées, un répertoire de lexiques. Nous en étudierons

l'intégration dans un CRF. Un exemple de di�érene entre une analyse désambiguïsée et

une analyse ambigüe selon un répertoire est donné dans le tableau 4.16.

La gestion de la priorité à l'éhelle des lexiques peut être améliorée. Un traitement

plus e�ae pour une approhe non-ambigüe serait de prendre haque token ambigu et de

le supprimer manuellement des lexiques les moins intéressants. Lorsque les lexiques sont

grands et omprennent de nombreuses ambigüités, ette approhe peut par ontre s'avérer

fastidieuse. Une première façon d'aélérer le proessus serait de se référer aux entités du

orpus d'apprentissage a�n de déider du lexique à attribuer à une entrée ambigüe. Nous

pourrions hoisir le lexique orrespondant à la lasse la plus fréquemment attribuée à un

token dans le orpus d'apprentissage. Cette approhe n'a pas enore été essayée, mais elle

�gure parmi nos perspetives de reherhe.

tokens la soiété Warner fondée par les frères Warner

désambig. ∅ ∅ last-name ∅ ∅ ∅ ∅ last-name

ambigüe ∅ ∅ ompany/last-name ∅ ∅ ∅ ∅ ompany/last-name

Table 4.16 � Exemple d'utilisation d'un répertoire de lexique, de manière désambiguïsée

ou ambigüe.
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Un exemple de types de lexiques triés pour la REN est donné dans la �gure 4.4 et un

pour les adresses est donné dans la �gure 4.5. La lassi�ation utilisée pour la REN sur

le FTB est donnée dans la �gure 4.6. Nous avons également utilisé la lassi�ation des

verbes de Dubois and Dubois-Charlier (1997), qui dé�nit en fait deux lassi�ations des

verbes : une générique (ommuniation, don/privation, auxiliaires, et.) et une sémantique

(humain, animé, non-animé, et.). Nous n'avons pas obtenu de meilleurs résultats en

intégrant ette lassi�ation dans le répertoire, raison pour laquelle elle n'y �gure pas.

REN

personne

titre prénom nom-de-famille ...

lieu

pays ville ...

verbes

ation

mouvement parole ...

auxiliaire état

...

Figure 4.4 � exemple de taxonomie pour la REN

adresse

nombre

ode postal

type-voie ville pays sous-élément autres

Figure 4.5 � exemple de répertoire pour les adresses

Dans les setions suivantes, nous appliquerons les répertoires ave e type de traits

sur deux orpus distints : le Frenh Treebank (FTB) ainsi que sur le orpus d'adresses

postales amériaines de Yu (2007).

4.4 Appliation au FTB pour réer un système état-de-

l'art

Le FTB annoté en entités nommées tel que présenté dans la setion 2.2.4 o�re l'avan-

tage d'avoir déjà servi à la omparaison de di�érentes approhes dans la setion 3.4. La

méthode que nous proposons ii pourra alors être omparée aux autres méthodes déjà

vues préédemment. Notamment, il est également possible d'identi�er des éléments de

ontexte disriminants pour les entités nommées "lassiques". Ainsi, nous pouvons don

utiliser l'algorithme 1 a�n d'extraire ette fois, non pas des a�xes à l'éhelle d'un token,
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mais des tokens à l'éhelle d'une séquene de tokens. L'utilisation de notre algorithme pour

extraire des tokens délenheurs est illustrée dans le tableau 4.2. L'idée ii est de onsti-

tuer des lexiques a�n d'enrihir à moindre oût un système par apprentissage omme un

CRF dans le adre de la REN "lassique". Nous pro�terons de ette setion pour proposer

un système plus omplet que pour les adresses. Ce dernier onstitue à notre onnaissane

l'état-de-l'art pour la reonnaissane d'entités nommées du français. Les reherhes e�e-

tuées dans ette setion m'ont permis d'obtenir le prix du meilleur artile RECITAL à

la onférene TALN-RECITAL 2017. Le répertoire que nous avons utilisé dans le adre

de ette expériene est donné dans la �gure 4.6. Les éléments y sont donnés dans l'ordre

de priorité, par ordre déroissant de priorité, ela signi�e notamment que le lexique est

prioritaire sur les délenheurs.

Entite_nommees

lieu

pays

région

département

ville

ompagnie

lexique

délenheur

organisation

lexique

délenheur

personne

lexique

titre ou fontion

Figure 4.6 � le répertoire utilisé pour la reonnaissane d'entités nommées sur le FTB

Pour haque type prinipal, nous distinguons deux types de lexiques di�érents. Le

premier est le lexique, qui regroupe un ensemble d'éléments appartenant à la lasse. Les

di�érents lexiques ont été onstitués en réupérant des données de Wikipédia. Le seond

est la liste des tokens délenheurs, omme vu dans la setion 4.1. La liste des délenheurs

a été réée semi-automatiquement en réupérant des noms ommuns prohes (distane <

5 tokens) de l'entité et à l'aide de l'algorithme 1. La liste suivante donne des exemples de

tokens délenheurs que nous avons automatiquement extraits à l'aide de l'algorithme 1 :

� Company

� pré�xes : soiété, ompagnie, banque, bourse, aisse, rédit, groupe

� su�xes : BV

2

, NV

3

, SA, SARL, Bank, Corp, in, group

2. Naamloze Vennootshap : équivalent néerlandais de la soiété anonyme

3. Bekende Vlaming : équivalent néerlandais de la soiété anonyme à responsabilité limitée
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� Organization

� pré�xes : TV, Cour, Eole, Fonds, Fore, Monde (voir partie 4.1.4), Parti, Radio,

Union, Agene

Dans le tableau 4.18 se trouve la omparaison entre les résultats de SEM, présentés

en setion 3.3.3, et du meilleur résultat que nous avons obtenu à l'aide de l'utilisation

du répertoire. Il a permis d'améliorer globalement l'ensemble des résultats obtenus ave

SEM, que e soit en matière de préision, rappel et f-mesure. La plus grande amélioration

se fait sur la préision (+1.35), l'amélioration sur le rappel est plus faible (+0.78). Dans

le modèle ayant reours au répertoire, nous n'avons utilisé auun trait morphologique

(pré�xes, su�xes, présene de hi�re) et assez peu de traits booléens (deux traits pour la

apitalisation). Nous avons don un modèle beauoup plus simple, autant en termes de

nombre de features que d'interprétabilité, mais qui demeure plus e�ae et permet une

meilleure généralisation de la onnaissane.

Pour l'ensemble des expérienes menées sur le FTB annoté en entités nommées, nous

avons utilisé un CRF entraîné ave Wapiti en utilisant l'algorithme rprop et les normes

ℓ1 et ℓ2 à 0,5 et 0,0001 respetivement.

Expériene Préision Rappel F-mesure

Baseline 85.89 76.88 81.13

a. l/tokens 89.42 69.2 78.02

b. l/POS 85.4 76.88 80.92

. l/hunking 88.95 74.83 81.28

d. (b) +pré�xes/su�xes 86.48 78.58 82.34

e. () +pré�xes/su�xes 87.26 77.73 82.22

f. (d) +noms voisins 85.86 78.75 82.15

g. (d) +prohain verbe (forme) 86.21 78.92 82.41

h. (d) +lasses prohain verbe 85.89 78.92 82.26

(f) + (g) 86.03 78.84 82.28

(f) + (h) 86.77 78.92 82.66

Table 4.17 � Les premiers résultats obtenus sur le FTB. l/X indique l'utilisation d'un

ensemble de lexiques où les tokens non reonnus sont remplaés par l'information X.

Les résultats sont détaillés dans le tableau 4.17. Les expérienes (a) à () montrent

l'utilisation de tokens et du répertoire uniquement. De façon assez prévisible, les tokens

donnent une très forte préision mais un mauvais rappel, tandis que les POS donnent

un meilleur rappel. Les hunks semblent être à mi-hemin entre es deux informations

en termes de qualité, e qui peut paraitre étonnant étant donné qu'il s'agit d'une infor-

mation plus générale que le POS. Cela vient du fait que la plupart des entités nommées

orrespondent à un hunk nominal sans le déterminant, la �n d'une entité orrespondant
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à la �n d'un hunk nominal. La majorité des erreurs faites dans () sont sur des entités

de taille 1 absentes des lexiques, où l'information du hunk n'est don pas utilisable. Les

expérienes (d) et (e) montrent que le POS semble avoir un léger avantage par rapport au

hunking en termes de qualité, partiulièrement en termes de rappel. La ombinaison des

di�érentes expérienes de (a) à () n'a pas donné d'amélioration signi�ative du modèle,

nous avons don utilisé l'expériene (b) omme base pour les autres expérienes. L'ajout

des verbes et lasses de verbes n'a pas donné d'amélioration signi�ative et donnait même

plus souvent lieu à une dégradation des résultats.

entité loation organization person

système SEM LSTM CRF SEM LSTM CRF SEM LSTM CRF

préision 92.6 90.5 92.92 84.7 84.2 82.49 84.9 84.7 86.85

rappel 88.4 83.9 86.29 72.6 81.1 77.59 89.8 91.3 89.81

f-mesure 90.4 87.1 89.48 77 82.6 79.97 87.2 87.9 88.31

Table 4.18 � La qualité obtenue sur le FTB omparée aux autres méthodes par appren-

tissage automatique. CRF est ii le CRF enrihi à l'aide du répertoire

De nombreux tokens présents dans les répertoires sont ambigus, dans le sens où ils

peuvent apparaitre dans plusieurs lexiques. Dans la setion suivante, nous détaillerons

omment nous avons géré es ambigüités et omment ette gestion peut in�uer sur la

qualité �nale du modèle.

4.4.1 Gestion de l'ambigüité des lexiques

Comme dit dans les parties préédentes, le hoix des priorités quant aux di�érents

types du répertoire est apital. Dans ette setion, nous détaillerons les di�érenes de

résultats que es hangements peuvent amener. À et e�et, nous avons simplement évalué

les di�érents ordonnanements en les omparant ave une analyse ambigüe, où plusieurs

éléments d'un répertoire peuvent reonnaître un même token ou groupe de tokens. Ii, nous

évaluons l'impat sur les résultats obtenus sur le FTB en hangeant l'ordre de priorité des

lexiques au moment de générer les traits relatifs aux répertoires. Nous n'avons pas inlus

l'in�uene entre organisation et entreprise ar es dernières n'avaient auune entrée en

ommun. L'analyse dite ambigüe onsiste à expliiter l'ensemble des ambigüités présentes

dans les lexiques, e qui se fait ii en e�etuant la onaténation des di�érents lexiques

ayant reonnu un token. Ainsi, pour haque token du texte, nous pouvons réupérer

l'ensemble des lexiques auxquels il peut appartenir et ainsi avoir des termes reonnus de

façon non-ambigüe ainsi que des termes reonnus de façon ambigüe. Le ontexte doit alors

être utilisé pour trouver le lexique le plus approprié. Le tableau 4.19 détaille les résultats
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obtenus en modi�ant l'ordre de priorité des lexiques ainsi qu'en e�etuant une analyse

ambigüe. Comme nous pouvons le remarquer, et ordre in�ue de façon signi�ative sur la

qualité globale du résultat. Nous pouvons ependant déduire ertaines tendanes quant

à l'ordre des lexiques. Par exemple, le lexique des lieux doit être prioritaire sur elui

des personnes, et il en va de même pour le lexique des organisations et entreprises. Notre

lexique des personnes ayant un bruit assez important, lui donner une priorité faible permet

de privilégier les autres lexiques, plus sûrs. L'in�uene est moindre entre les lieux et les

organisations/entreprises, ar il y a peu d'intersetion entre es derniers.

Expériene Préision Rappel F-mesure

P > C&O > L 85.98 76.79 81.13

P > L > C&O 85.58 76.96 81.04

L > P > C&O 85.47 77.89 81.50

L > C&O > P 85.80 78.49 81.98

C&O > P > L 85.66 76.36 80.74

C&O > L > P 86.77 78.92 82.66

Ambigüe 85.39 76.79 80.86

Table 4.19 � Les résultats selon la priorité aordée aux di�érents lexiques. P : Person,

L : Loation, C&O : Company&Organization

Comme nous pouvons le remarquer, l'ordre de priorité in�ue de façon signi�ative

sur la qualité globale du résultat. Nous pouvons ependant déduire ertaines tendanes

quant à l'ordre des lexiques. Par exemple, le lexique des lieux doit être prioritaire sur

elui des personnes, et il en va de même pour le lexique des organisations et entreprises.

Notre lexique des personnes ayant un bruit assez important, lui donner une priorité faible

permet de privilégier les autres lexiques, plus sûrs.

L'analyse ambigüe est elle dont les performanes sont les plus mauvaises, autant en

termes de préision que de rappel. Les problèmes prinipaux de l'analyse ambigüe, en

omparaison ave le meilleur système, sont d'abord le silene sur les lieux, suivi d'erreurs

de type puis de frontière, les entités proposées tendant à être plus ourtes. Si l'on observe

les poids des paramètres θ du CRF, es derniers di�èrent peu entre traits ambigus et

non-ambigus dans les as les plus simples, des exemples sont donnés dans le tableau 4.20.

L'une des rares di�érenes majeures de poids est par rapport à l'ambigüité entre le lexique

des villes et elui des entreprises. Ces ambigüités sont présentes prinipalement dans le

orpus d'entraînement et très peu dans le elui de développement, e qui explique sans

doute le poids plus faible dans le as ambigu. Les traits ambigus quant à eux tendent

à suivre l'ordre de priorité ayant donné le meilleur résultat, favorisant les Company et

Organization, puis les Loation et �nalement les Person. Les silenes sont généralement
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trait étiquette de sortie valeur dans θ
B-person ou B-ity B-Person 0.06

B-person B-Person 0.04

B-person ou B-ity B-Loation 1.54

B-ity B-Loation 1.78

B-person ou B-organisation B-Organization 1.99

B-organisation B-Organization 2.06

B-ity ou B-ompany B-Company 0.97

B-ompany B-Company 2.09

Table 4.20 � Des omparaisons entre les traits ambigus et non-ambigus selon les poids

attribués à l'étiquette de sortie. Ces traits sont toujours sur le token ourant.

dûs à des ambigüités non-observées dans le orpus d'apprentissage.

Partant de e onstat, nous pouvons proposer une méthode a�n d'estimer un ordre

prohe de l'optimal. Pour e faire, nous apprenons un modèle où une analyse ambigüe

a été e�etuée. En reherhant dans e modèle les poids attribués par le CRF pour ré-

soudre les as spéi�quement ambigus, il est possible d'avoir une idée des lexiques plus ou

moins prioritaires. L'inonvénient d'une analyse ambigüe demeure dans la ombinatoire

des possibles ambigüités, qui fait que toutes ne peuvent pas toujours être observées. Les

as ambigus absents du orpus d'apprentissage ne pourront pas se voir attribuer un poids

par le CRF, qui sera don inapable d'en tirer pro�t à l'annotation.

De manière générale, l'inonnu impose aux systèmes par apprentissage de se reposer sur

le ontexte ou sur d'autres traits relatifs au token ourant. La soure prinipale d'inonnu

demeure enore les tokens non observés dans le orpus d'apprentissage, en partiulier si es

tokens ne font partie d'auun lexique. Dans la setion suivante, nous souhaitons évaluer

l'intégration des tokens inonnus dans notre CRF.

4.4.2 Utilisation des tokens inonnus

Une grande soure d'erreurs pour les algorithmes d'apprentissage automatique vient

des tokens et entités inonnus. Typiquement, lorsqu'un algorithme d'apprentissage auto-

matique renontre un token inonnu, il reourt au ontexte et/ou à la morphologie a�n

de trouver une étiquette pertinente. Le aratère inonnu d'un token o�re une informa-

tion intéressante pour l'analyse de e dernier : en e�et, de nombreuses entités nommées

peuvent être délenhées dans le ontexte d'un token inonnu. A�n de donner aux CRF

l'information du aratère inonnu d'un token, nous pouvons extraire le lexique du orpus

d'apprentissage et supprimer les tokens trop peu fréquents, laissant ainsi le lexique des

tokens onnus. Un token inonnu est alors un token absent du lexique des tokens onnus.
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Une fois e lexique onstitué, il est possible d'ajouter de plusieurs façons l'information

� token inonnu �. La première onsiste à intégrer e lexique diretement dans le réper-

toire en lui aordant la plus faible priorité : ainsi, les CRF pourront obtenir une vision

ontextualisée d'un token inonnu et pourront ainsi mieux le désambiguïser. Une seonde

serait de rajouter un trait booléen � token inonnu � a�n de l'utiliser omme tout autre

trait booléen dans le CRF. Cela permet également, pour les traits disutés dans la setion

4.4, de rajouter une information supplémentaire pouvant s'ajouter aux informations déjà

présentes : par exemple, un � nom propre inonnu � sera une information plus pertinente

que simplement un � token inonnu �. Dans nos expérienes, seul l'ajout d'un nouveau

trait, où les tokens inonnus étaient remplaés par "_inonnu_", a permis d'obtenir des

gains signi�atifs, les meilleurs résultats étant obtenus en onsidérant inonnus les tokens

apparaissant au plus 4 fois, après avoir testé l'ensemble des valeurs entre 1 et 5.

Mots la soiété Warner fondée par les frères Warner

ompte >4 >4 <=4 >4 >4 >4 >4 <=4
inonnu4 la soiété _inonnu_ fondée par les frères _inonnu_

Table 4.21 � Comment les traits "inonnu4" sont générés. Les tokens ayant un nombre

d'ourrenes <=4 sont remplaés par "_inonnu_".

Les résultats donnés par le trait "inonnu4" sont donnés dans le tableau 4.22.

Expériene Préision Rappel F-mesure

a. CRF 86.77 78.92 82.66

b. (a) +onat(tokeni,tokeni+1) ave i ∈ {-2,1} 87.59 79.52 83.36

. (a) +onat(inonnu4i,inonnu4i+1) ave i ∈ {-2,1} 88.15 79.95 83.85

d. () +onat(inonnu4i,o/POS0) ave i ∈ {-2,-1,1,2} 88.41 80.03 84.05

() + tokens inonnus = lexique du répertoire 86.80 79.69 83.10

Table 4.22 � Les résultats obtenus sur le FTB en gérant le aratère inonnu des to-

kens. Dans (a), les ouples de tokens suessifs sont onaténés. Dans (b), les tokens (ou

"_inonnu_" si trop peu fréquent) suessifs sont onaténés. Dans (), les tokens (ou

"_inonnu_" si trop peu fréquent) sont onaténés au POS du token ourant.

4.4.3 Consistane des annotations

Un défaut des systèmes par apprentissage vient du fait que l'inférene se fait de façon

purement loale, une hypothèse d'indépendane d'une phrase à une autre étant faite a�n

de rendre le modèle alulable en pratique. Divers travaux ont été e�etués a�n de modé-

liser des dépendanes non-loales et assurer la onsistane des annotations, modélisant en

général des dépendanes à l'éhelle du doument et du orpus (Krishnan and Manning,
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2006; Ratinov and Roth, 2009). La première approhe que nous utilisons est une pro-

pagation simple : après l'annotation du CRF, nous réupérons l'ensemble des formes

orrespondant à une entité, nous prenons alors la lasse la plus fréquemment attribuée à

une forme et réappliquons e lexique sur l'ensemble de test. Deux heuristiques peuvent

alors être employées. La première onsiste à n'appliquer es lexiques que sur des portions

non-annotées du texte, elles proposées par le CRF étant onsidérées omme meilleures

de façon systématique. La seonde onsiste à ne mettre à jour les annotations du CRF

que dans le as où une haîne plus longue a été trouvée, auun retypage des séquenes de

même taille n'étant e�etué. Cette approhe a l'avantage d'être très simple à mettre en

plae et d'être intuitivement sous-optimale : elle permet don d'établir une baseline des

gains obtenables par ette approhe.

Nous avons également testé l'approhe en deux passes à l'aide des traits token majority

et entity majority tels que dérits dans Krishnan and Manning (2006); Mao et al. (2007);

Ratinov and Roth (2009). Le trait token majority onsidère la lasse majoritairement

assoiée à haque token indépendamment, en ignorant le shéma BIO. Par exemple, si

� Paris � apparait deux fois en tant qu'organisation et une en tant que lieu, alors le

trait token majority attribuera la valeur � organisation � à toutes les ourrenes de �

Paris �. Le trait entity majority est analogue à token majority, mais onsidère les entités

retrouvées par le premier CRF. Si par exemple � Calvin Klein � a été annoté trois fois

en tant qu'entreprise et deux fois en tant que personne, alors toutes les ourrenes de

� Calvin Klein � seront annotées en tant qu'entreprise. Les égalités ont été résolues en

utilisant les priorités établies dans la setion 4.4.1 et les hevauhements ont été gérés

selon la règle de � la première haîne la plus longue �.

Expériene Préision Rappel F-mesure

CRF 88.41 80.03 84.05

heuristique1 87.89 82.34 85.02

heuristique2 87.80 82.26 84.94

deux passes 87.72 81.66 84.58

Table 4.23 � Les résultats selon les di�érentes méthodes de propagation

Le tableau 4.23 résume les di�érents résultats obtenus ave les di�érentes méthodes de

propagation. Nous pouvons remarquer que l'heuristique sans mise à jour des annotations

du CRF donne des résultats sensiblement meilleurs que elle pouvant modi�er les anno-

tations du CRF. En observant les annotations, nous avons remarqué que ette di�érene

était prinipalement due à des inohérenes d'annotation dans le gold standard pour er-

taines organisations, les résultats sur les autres entités étant meilleurs. Nous observons
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ependant une baisse de préision à l'éhelle globale, ela vient des erreurs de bruit et des

types ambigus (ex : lieux ontre organisations) qui se propagent par ette méthode. L'ap-

prohe en deux passes telle que dérite dans Krishnan and Manning (2006); Mao et al.

(2007); Ratinov and Roth (2009) ne nous a pas o�ert d'amélioration supplémentaire par

rapport à notre post-traitement plus simple.

Depuis quelques années en partiulier, les réseaux de neurones sont des onurrents

sérieux aux CRF, notamment dans leur variante dite réurrente. Ces derniers sont apables

de modéliser des dépendanes de plus longue distane que les CRF et peuvent intégrer au

mieux des résultats d'apprentissage non supervisés sur de larges quantités de données non

annotées. Dans la setion suivante, nous omparerons le système onstruit jusqu'ii ave

l'une des variantes les plus e�aes de e genre de réseaux, à savoir le Bi-LSTM-CRF tel

que présenté dans la setion 3.3.4.

4.4.4 Comparaison ave Bi-LSTM-CRF

Pour ette omparaison, nous avons utilisé le Bi-LSTM-CRF proposé par Lample et al.

(2016)

4

, dérit plus en détail dans la setion 3.3.4. A�n d'obtenir une omparaison om-

plète, nous l'avons tout d'abord entraîné sans préentraînement des représentations puis

en utilisant des représentations préapprises sur des orpus issus du web

5

. Ils ont été ap-

pris à l'aide de word2ve (Mikolov et al., 2014) sur le orpus FrWa du projet WaCky

(Baroni et al., 2009) et sur un dump de Wikipedia français. Ces derniers donnant des

résultats signi�ativement moins bons que eux appris sur FrWa, nous ne les détaillerons

pas ii. Les représentations apprises sur le orpus FrWa ont une taille de 200, les tokens

apparaissant moins de 100 fois ont été onsidérés omme inonnus.

Pour rappel, nous avons entraîné un CRF ave Wapiti en utilisant l'algorithme rprop

et les normes ℓ1 et ℓ2 à 0,5 et 0,0001 respetivement. Pour notre Bi-LSTM-CRF, nous

avons utilisé des veteurs de taille 200 pour les tokens et de taille 25 pour les aratères.

Nous avons utilisé un dropout sur les représentations de 0,5. Les modèles ont été entraînés

pendant 50 itérations selon une desente de gradient stohastique, le modèle �nal étant

elui ayant maximisé la F-mesure sur les entités dans le orpus de développement. Nous

avons également évalué le gain obtenu en utilisant les traits de Raymond and Fayolle

(2010) en tant qu'information supplémentaire de notre réseau, en leur attribuant une

taille de 32, taille donnant les meilleurs résultats dans nos expérienes. Les résultats

4. disponible à l'adresse : https://github.om/glample/tagger

5. disponibles à l'adresse : http://fauonnier.github.io
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omparatifs entre les CRF et les LSTM sont donnés dans le tableau 4.24.

Système

Connues Inonnues Global

P R F P R F P R F

CRF (baseline) 95.04 92.34 93.67 68.68 53.53 60.17 85.89 76.88 81.13

CRF 97.21 93.90 95.53 72.63 59.20 65.17 88.41 80.03 84.05

+ heuristique1 96.83 95.46 96.14 72.46 62.53 67.13 87.89 82.34 85.02

Bi-LSTM-CRF (baseline) 96.10 94.33 95.20 64.21 54.18 58.77 84.53 78.33 81.31

+ l/POS 95.95 94.04 94.99 70.13 59.13 64.27 86.56 80.20 83.26

Bi-LSTM-CRF (FrWa) 96.25 94.61 95.42 69.44 60.81 64.84 86.30 81.14 83.64

+ l/POS 96.11 94.61 95.35 74.50 64.45 69.12 88.16 82.59 85.29

+ heuristique1 95.98 94.89 95.44 73.09 67.45 70.16 87.23 83.96 85.57

SEM ? ? ? ? ? ? 86.38 80.30 83.23

Nomos (Stern, 2013) ? ? ? ? ? ? 84.64 68.51 75.73

NPNormalizer ? ? ? ? ? ? 83.83 69.91 76.24

Table 4.24 � omparaison entre les di�érents CRF et Bi-LSTM-CRF. l/X indique l'uti-

lisation d'un ensemble de lexiques où les tokens non reonnus sont remplaés par l'infor-

mation X.

La qualité de notre CRF de base est inférieure par rapport à SEM (Dupont and Tellier,

2014) ar nous n'avons pas pu réutiliser tous les lexiques qu'il utilisait tels quels. Par

exemple, les lexiques de lieux étaient partiulièrement extensifs mais n'avaient pas été

lassés hiérarhiquement, refaire ette hiérarhie aurait été trop ompliqué et oûteux plu-

t�t que d'en reonstituer une nouvelle, même si moins ouvrante. L'utilisation des traits

détaillés ii nous a permis d'obtenir une qualité �nale supérieure, e qui montre bien

leur pertinene. Nos Bi-LSTM-CRF intégrant des informations extérieures, autant sous la

forme des traits détaillés dans la setion 4.4 que de représentations préapprises, témoignent

également de l'e�aité des réseaux de neurones réurrents. Seulement deux autres résul-

tats sur le FTB existent à notre onnaissane. Le premier est le système Nomos dérit

par Stern (2013). Le seond est le module NPNormalizer de SxPipe (Sagot and Boullier,

2008), un système à base de règles qui utilise un lexique typé d'entités se basant sur Aleda

(Sagot and Stern, 2012). Nous avons don, au meilleur de notre onnaissane, amélioré

l'état-de-l'art sur la reonnaissane d'entités nommées du français de manière signi�ative

(environ 9 points).

Les deux systèmes ont des f-mesures globales omparables, ave ependant un avantage

pour le Bi-LSTM-CRF, qui se distingue surtout sur les entités inonnues où il obtient une

qualité signi�ativement supérieure à elle du CRF, résultats ohérents ave eux dérits

par Augenstein et al. (2017). L'ajout du répertoire de lexiques dérit dans la setion 4.3.1

a permis au réseau de neurones d'obtenir une représentation plus générale, en témoigne

le gain de 5 à 6 points de f-mesure sur les entités inonnues, et de moins de 0,5 points sur

les entités onnues. L'ajout de règles de post-traitement simples a permis l'amélioration

des deux meilleurs modèles, le CRF ayant plus béné�ié de e gain que le Bi-LSTM-
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CRF. Cette di�érene s'explique par le �té plus préis du CRF, qui aura plus tendane à

n'annoter une entité que dans un ontexte sûr, une même entité n'étant alors annotée qu'à

ertains endroits. Une autre soure de gain du Bi-LSTM-CRF vient des représentations

préentraînées sur le orpus FrWa. Il est possible d'ajouter des représentations des tokens

dans un CRF, typiquement via l'entraînement de lusters de Brown (Brown et al., 1992).

Nous avons intégré 1000 lusters de Brown appris sur un dump de Wikipédia français,

mais es derniers n'ont pas amélioré nos résultats. Nous n'avons pas pu les entraîner sur

le orpus FrWa, le oût en temps étant prohibitif.

L'ajout de traits non-loaux en tant que post-traitement simple n'améliore pas signi-

�ativement les résultats obtenus par les Bi-LSTM-CRF, en raison d'une forte baisse de

la préision (-0.93). Cela vient du fait que le réseau de neurones est un système ayant

tendane à être plus bruyant qu'un CRF, qui lui aura plus tendane à être silenieux.

Cela se remarque également dans l'amélioration du rappel, moins importante pour le

Bi-LSTM-CRF (+1.37) que pour le CRF (+2.31), autant sur les entités onnues qu'in-

onnues. Cela suggère que le CRF a besoin d'un ontexte plus fort pour annoter une entité

et que Bi-LSTM-CRF a tendane à être plus ohérent dans ses annotations.

4.5 Appliation aux adresses

Le orpus d'adresses de Yu (2007) est partiulièrement indiqué pour notre méthode

de génération automatique de tokens délenheurs, les adresses ayant une struturation

dé�nie et rihe, autant en nombres d'éléments di�érents que lexialement. De nombreux

tokens ayant une ou plusieurs formes abrégées, une ertaine ambigüité ave le voabulaire

ourant peut survenir également. La simple reonnaissane des tokens n'est don pas

su�sante en soi, il est néessaire de déterminer lorsque es derniers forment une séquene

valide pour onstituer une adresse. La struturation d'une telle entité étant plut�t rigide,

obtenir une forte préision n'est pas di�ile : le véritable dé� de la reonnaissane des

adresses reposera don prinipalement sur l'amélioration du rappel.

Le orpus de Yu (2007) est divisé en trois parties : ontat, h�tel et pizza. Nous avons

utilisé les deux premières parties pour l'apprentissage et la troisième partie pour le test.

Yu (2007) avait onstruit des ensembles d'apprentissage, développement et test de manière

aléatoire. Nous avons analysé le orpus en termes d'annotation POS ave le Stanford POS

tagger (Toutanova et al., 2003) et onstitué le répertoire des tokens délenheurs à partir
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d'un doument de la United States Postal Servies (USPS)

6

. La taxonomie du répertoire

que nous avons utilisée dans le adre de ette expériene est disponible dans la �gure 4.7.

Dans le adre de ette tâhe, nous avons utilisé un CRF.

Les prinipaux systèmes utilisés par Yu (2007) sont les suivants : un système à base

d'expressions régulières, un système de règles se basant sur des lexiques et un système

par apprentissage automatique à l'aide d'arbres de déision sur des observations loales

(e système n'utilise auun lexique). Divers systèmes hybrides sont également utilisés.

Ces systèmes hybrides onsistent à ajouter des informations des systèmes à base de règles

dans elui à base d'apprentissage automatique. Le plus omplet fontionne de la façon

suivante : premièrement, le système à base d'expressions régulières donne une première

annotation andidate, puis les di�érents lexiques sont appliqués, le tout servant d'entrée

à l'algorithme d'apprentissage automatique.

A�n de nous omparer aux systèmes déjà existants, nous avons utilisé un CRF que

nous avons enrihi de la même façon que pour le FTB dans la setion 4.4.

address

ountry

ity

ountry ode

US state

seondary unit

thoroughfare

PO box

ardinal point

nth

zip-ode

street-number

Figure 4.7 � Le répertoire utilisé pour la reonnaissane d'adresses

Le répertoire onstitué, nous avons utilisé di�érentes substitutions pour les tokens non

reonnus : auune substitution, substitution par les tokens, substitution par les POS et

substitution par le hunking. Chaque substitution onstitue une annotation partiulière

du orpus, il n'y a don pas de substitution qui omprenne à la fois des tokens et des POS

par exemple. Pour haque expériene, nous avons trouvé qu'une fenêtre de deux tokens

avant et deux après, ainsi que les ouples de tokens sur ette même fenêtre, donnait une

qualité optimale. Des ombinaisons de taille supérieure réduisaient systématiquement la

qualité du modèle, autant en préision qu'en rappel, tout en donnant une qualité similaire

à l'apprentissage : les ombinaisons de taille 3 et plus donnaient don lieu à un surappren-

tissage du modèle. Les traits dérits sont systématiquement des unigrammes, nous avons

6. disponible à l'adresse : http://pe.usps.om/pim/ftp/pubs/Pub28/pub28.pdf
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pu améliorer la qualité de nos modèles en rajoutant les bigrammes du token préédent et

du token ourant de haque substitution, sans ombiner les di�érents desripteurs entre

eux. Nous avons également ajouté quelques traits booléens aux traits de type POS, à sa-

voir si le token ommene par une majusule et si le token est entièrement en majusules.

Un exemple de phrase enrihie est donné dans le tableau 4.25.

booléens

texte l/tokens l/POS ommeneMajusule ? ToutMajusule ?

22 number number 0 0

Aaia Aaia Aaia 1 0

Avenue thoroughfare thoroughfare 1 0

, , , 0 0

UK ountry ountry 1 1

Table 4.25 � Exemples de traits utilisés sur les orpus d'adresses.

Les di�érents résultats que nous avons obtenus sur le orpus des adresses sont donnés

dans le tableau 4.26. Nous avons onstitué notre baseline en utilisant les tokens, les pré�xes

et su�xes des tokens jusqu'à une taille de 5, ainsi que quelques traits booléens omme la

apitalisation, si le token est un nombre ou s'il ontient un tiret, le tout sur une fenêtre de

deux tokens avant et deux tokens après. Nous avons également mis l'ensemble des systèmes

hybrides utilisés par Yu (2007), es derniers donnant les meilleures qualités globales.

traits préision rappel f-mesure

baseline 84.99 70.27 76.93

sans substitution 81.15 70.91 75.68

l/tokens 93.05 60.11 73.03

l/POS 90.20 72.83 80.59

l/hunking 88.99 71.76 79.46

l/tokens + l/POS 94.51 71.87 81.65

l/tokens + l/POS + booléens 93.52 74.12 82.70

l/tokens + l/POS + booléens (ambigüe) 92.33 72.09 80.96

tokens + l/POS + booléens 94.39 79.14 86.10

Yu (2007) (ML + lexiques) 94.3 78.4 85.6

Yu (2007) (ML + regex) 95.2 81.1 87.6

Yu (2007) (ML + regex + lexiques) 95.3 81.1 87.6

Table 4.26 � les di�érentes expérienes sur les adresses. Les traits notés "r/I" indiquent

que l'information I est utilisée si le token ourant n'est pas reonnu par le répertoire. Les

systèmes de Yu (2007) sont les di�érents systèmes hybrides dérits selon les informations

que es derniers utilisent.

Nous pouvons observer que nous améliorons presque systématiquement notre baseline

ave les traits tels que dérits préédemment. Le seul as ne l'améliorant pas est elui

où auune substitution n'a été faite, e qui montre bien leur intérêt. Nous voyons éga-

lement qu'utiliser la substitution par les tokens et la substitution par les POS donne la
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meilleure qualité globale. Individuellement, les tokens donnent la meilleure préision et

les POS donnent le meilleur rappel ainsi que la meilleure f-mesure, nous avions l'espoir

qu'en utilisant les deux traits, nous pouvions améliorer la qualité globale du modèle. La

substitution des tokens non reonnus par l'étiquette du hunking donne une qualité infé-

rieure qu'en substituant par le POS, sans pour autant apporter de rédution de volume

signi�ative au modèle et n'améliore pas signi�ativement la durée d'apprentissage ou

d'annotation. L'ajout des traits booléens a permis d'améliorer la f-mesure de presque un

point, améliorant signi�ativement le rappel (+2.25) mais au détriment, moins important,

de la préision (-1.49). Nous avons ainsi pu améliorer de façon signi�ative notre modèle

par rapport à notre baseline, autant en termes de préision (+8.03) qu'en termes de rap-

pel (+3.91). L'ajout de l'ensemble des ambigüités présentes dans les lexiques a ausé une

baisse non négligeable de la qualité, en préision mais surtout en rappel. Il semble don

que le CRF ne parvienne pas à tirer pro�t de l'ambigüité des types et que hoisir le bon

ordre de priorité pour les lexiques soit une meilleure piste pour améliorer le modèle. Par

exemple, en reprenant la �gure 4.7, si nous inversions la priorité de ity et de US state,

nous aurions observé une perte de qualité de 0.3 points sur la f-mesure.

Nous avons également amélioré les résultats dérits par Yu (2007) pour le système

hybride "ML + lexiques", qui est le système se rapprohant le plus de notre système

�nal. Nous avons obtenu de meilleurs résultats autant en termes de préision que de

rappel, e qui montre l'e�aité de notre approhe. Nous ne sommes atuellement pas

parvenus à améliorer les meilleurs résultats qu'il était arrivé à atteindre, mais avons bon

espoir de réussir dans un avenir prohe, mais es expérienes n'ont pu être menées par

manque de temps dans le adre de la thèse.

Malgré toutes les améliorations, le silene est la mesure la plus di�ile à améliorer : en

e�et, nombre d'adresses ne sont pas extraites malgré l'utilisation du repertoire de lexiques.

Les erreurs de préision demeurent minoritaires et sont le plus souvent des erreurs de fron-

tières, moins d'un demi pourent des annotations fournies par le CRF sont des annotations

bruitées. Les erreurs de silene sont assez di�iles à appréhender, la majorité des adresses

silenieuses étant bien formées, mais ne sont pourtant pas annotées. Nous avons noté des

erreurs de segmentation : ertains tokens étaient ollés les uns aux autres (notamment

des voies), e qui fait que les lexiques ne pouvaient pas les reonnaître orretement.

Dans le orpus, les adresses avaient une struture plate, e qui rend leur reonnaissane

plus di�ile. En e�et, de nombreux noms de rue portent des noms de personnes, de dates

ou d'évènements. La reonnaissane des adresses serait bien plus e�ae si ses éléments
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92120

ville

Montrouge

Figure 4.8 � exemple d'annotation arborée pour une adresse

onstitutifs étaient annotés également, plut�t que d'être devinés via des lexiques. Elles

auraient alors une struturation arborée, omme indiqué dans la �gure 4.8. Ces entités

arborées seront l'objet de notre prohain hapitre.

4.6 Conlusion

Nous avons présenté dans e hapitre une méthode simple et adaptable a�n d'extraire

la morphologie des entités nommées. Cette méthode permet soit de réupérer les éléments

onstitutifs, se rapprohant alors d'une segmentation, soit d'extraire les ontextes délen-

heurs forts, auquel as ette méthode est plus une assistane à la réation de lexiques.

Nous l'avons appliquée ave suès sur la tâhe CEM qui utilise le orpus CHEMDNER et

avons obtenu des résultats omparables à eux obtenus en utilisant Morfessor. Nous avons

ependant vu qu'une méthode bien plus rudimentaire onsistant à générer l'ensemble des

sous-haînes donnait une meilleure qualité �nale, même si les gains restent similaires par

rapport aux autres méthodes. Cela est malheureusement demeuré insu�sant pour pré-

tendre à des résultats état-de-l'art. Beauoup de travail doit enore être fait de e �té,

nous pensons nous orienter vers des modèles à base de réseaux de neurones, partiu-

lièrement des réseaux de neurones intégrant des onvolutions au niveau des aratères.

Ces réseaux permettraient alors d'obtenir une représentation dense des sous-séquenes,

qui parait bien plus adaptée à la tâhe qu'une représentation reuse, notamment vu la

faiblesse des résultats que nous avons obtenus sur les entités inonnues. Il a été montré

notamment que les réseaux de neurones avaient une meilleure apaité de généralisation

que les CRF, donnant de meilleurs résultats sur les entités inonnues, onstat que nous

avons également fait dans la setion 4.4.

Nous avons également onstaté tout au long de e hapitre que l'extration de la

morphologie des entités nommées, bien qu'étant une bonne soure de traits pour des

128



systèmes par apprentissage automatique, reste insu�sante par elle-même. La tâhe de

REN demeure ompliquée et il est impossible d'y répondre sans passer par des systèmes

plus omplexes demandant plusieurs passes de traitement, omme nous l'avons vu dans

les setions 4.5 et 4.4.

Les systèmes ainsi réés permettent ependant d'envisager d'aller plus loin, nous pou-

vons ainsi songer reonnaître la struture des entités nommées.
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Chapitre 5

Struturation des entités nommées
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Dans le hapitre préédent, nous avons vu la struturation des entités nommées d'un

point de vue morphologique et syntagmatique. Dans e hapitre, nous étudierons ette

struturation d'un point de vue syntaxique. Les annotations dans e type de modèles ont

généralement une struture d'imbriations ou arborée, omme illustré sur la �gure 4.8. Une

telle struture permet d'obtenir des annotations bien plus rihes et informatives qu'une

struture plate. Malgré une struture plus omplexe, la tâhe n'est pas plus di�ile pour

autant, elle devient même plus simple sur ertains aspets. Comme nous l'avons vu pour

les adresses, il est plus ardu de reonnaître l'intégralité d'une adresse que de reonnaître

d'abord ses éléments onstitutifs et d'en reonstruire la struture petit à petit, omme

illustré dans la �gure 4.8. Pour des entités nommées de types plus "lassiques", ette

struturation permet la reonnaissane d'entités qu'il serait partiulièrement di�ile à

reonnaître autrement, omme illustré dans la �gure 2.12.
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Il est à noter que la struturation des entités nommées est di�ilement évitable :

nous avons vu préédemment que l'utilisation de lexiques permettait d'améliorer la qua-

lité des systèmes à base d'apprentissage en leur donnant des informations générales. Par

exemple, nous savons qu'en Frane une personne a généralement un prénom et un nom de

famille et réons un lexique pour haun d'entre eux. Les tokens délenheurs permettent

également d'o�rir une bonne généralisation. La présene d'un titre de ivilité devant un

nom propre est souvent onsidérée omme un ontexte fort pour extraire une personne.

Il en va de même pour les types de soiétés (anonyme, à responsabilité limitée, et.) ou

d'organisations (organisation, fédération, union, et.). Ces éléments sont dits onstitutifs

d'une entité. La struturation des entités nommées peut alors se formuler omme la re-

onnaissane d'une entité et des di�érents éléments qui onstituent ette dernière. Par

exemple, � Maurie Arnoux � est une personne dont le prénom est � Maurie � et le

nom est � Arnoux �. Dans le ontexte plus large de l'adresse � 1 rue Maurie Arnoux �,

il s'agit également d'un nom de rue. Supposons maintenant que des personnes motivées

du laboratoire Lattie déident d'organiser le � tournoi de tennis 1 rue Maurie Arnoux

�

1

, l'adresse fera alors partie d'une entité de type évènement. Nous pouvons voir ave

l'exemple préédent que la struture des entités est aumulative, se onstruisant petit à

petit. Cet exemple d'une adresse peut s'étendre à d'autres entités, omme un omplexe

sportif, ou une soiété, pour lesquels il n'est pas rare qu'ils portent le nom d'une personne.

La notion d'entité nommée pose ertaines questions quant à l'éventail des types inté-

ressants à analyser. Di�érentes dé�nitions aux étendues variables ont été proposées, reou-

vrant de 5 à 10 types (Grishman and Sundheim, 1996; Tjong Kim Sang and De Meulder,

2003; Sagot et al., 2012) à environ 200 (Sekine et al., 2002). Dé�nir préisément e que

sont les entités nommées et omment es dernières sont onstruites pose enore plus de

questions lorsque la struturation doit être prise en ompte. Par exemple, la (non-)prise

en ompte du titre ou de la fontion pour les personnes hangera son étendue et pourra

onduire à ajouter le type "titre" à la liste de types reonnus. Les montants illustrent

assez bien ette question du périmètre : doit-on annoter uniquement les montants moné-

taires (euros, dollars, et.) ? Les montants mesurables selon une unité de mesure (heures,

grammes, kilomètres/heure, honoraires) ? Ou l'ensemble des éléments quanti�és (quatre

dotorants, huit afés) ? La struturation des entités soulève également des questions qui

lui sont propres. Dans le adre lassique, le nom d'un pays peut être utilisé pour dési-

gner un lieu ou son gouvernement, haun de es as étant annoté di�éremment. Lorsque

1. Le laboratoire Lattie étant situé au 1 rue Maurie Arnoux.
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les entités sont struturées, nous pouvons nous poser la question de omment annoter le

gouvernement d'un pays. Doit-on avoir deux annotations : une de type organisation reou-

vrant une de type pays, puisque le gouvernement est indissoiable de son pays ? Doit-on

seulement annoter le gouvernement et pas le lieu, puisque nous parlons e�etivement d'un

gouvernement ? Bien que e hapitre ne propose pas de ré�exion approfondie sur le sujet

de l'annotation struturée en soi, es problématiques méritent d'être exposées ar elles

montrent les problèmes spéi�ques à l'annotation en entités nommées struturées.

Nos ontributions dans e hapitre sont les suivantes. Premièrement, nous proposons

un type de asade d'étiqueteurs linéaires qui n'avait jusqu'à présent jamais été utilisé

pour la reonnaissane d'entités nommées, généralisant les approhes préédentes qui ne

sont pas apables de reonnaître des entités de profondeur �nie ou ne pouvant modéli-

ser ertaines partiularités des entités nommées struturées. Nous apportons également

omme ontribution un omparatif entre les CRF et les réseaux de neurones, où nous

montrons un avantage lair des réseaux de neurones pour la tâhe, es derniers modéli-

sant mieux les dépendanes qui peuvent exister d'un niveau à l'autre. Les travaux que

nous avons menés pour dérire e hapitre nous ont permis de publier dans une onférene

internationale, à savoir CICling 2017.

L'un des problèmes prinipaux onernant les orpus ave des annotations struturées

est leur disponibilité. En e�et, es orpus sont des ressoures très rares, il n'en existe

auun pour l'anglais à notre onnaissane. Dans e hapitre, nous nous onentrerons sur

le orpus Quaero, l'un des rares orpus à proposer des annotations en entités nommées

struturées, qui sera l'objet prinipal de l'étude de e hapitre.

5.1 Campagne d'évaluation Quaero

Dans ette setion, nous présenterons la ampagne d'évaluation Quaero (Galibert et al.,

2011) ainsi que les meilleurs systèmes y ayant partiipé. Il existe très peu de travaux sur

la reonnaissane d'entités nommées struturées et nous n'avons pas onnaissane de tra-

vaux sur le orpus Quaero en dehors de la ampagne Quaero. Nous onsidérerons don

les systèmes que nous présenterons ii omme étant de fato l'état-de-l'art sur e orpus.

Nous présenterons brièvement les meilleurs systèmes de la ampagne Quaero avant de

proposer nos approhes pour répondre à ette tâhe. Nous évoquerons surtout le système

vainqueur Dinarelli and Rosset (2012).
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5.1.1 Éventail des systèmes à base de parsing

Casade CRF + PCFG

Le partiipant ayant remporté la première plae (Dinarelli and Rosset, 2012) de la

ampagne d'évaluation Quaero (Galibert et al., 2011) a proposé une asade de deux

modèles. Le premier, un CRF, permet d'annoter les feuilles des arbres. Le seond, une

grammaire lexialisée probabiliste (PCFG) permet de retrouver le reste de la struture

arborée. Cet enhaînement de modèles est illustré dans la �gure 5.1.

S

fun.ind

O

notre

kind

président

O

,

pers.ind

quali�er

M.

name.�rst

Niolas

name.last

Sarkozy

PCFG

CRF

Figure 5.1 � illustration de la asade CRF+PCFG proposée par Dinarelli and Rosset

(2012) sur une phrase.

Une PCFG est dé�nie formellement omme un quintuplet G = (M,T,R, S,Q) où :

� M est l'alphabet des symboles non-terminaux,

� T est l'alphabet des symboles terminaux,

� R est l'ensemble des règles de prodution,

� S ∈M est l'axiome V,

� Q est l'ensemble des probabilités des règles de prodution.

Une règle r ∈ R se note α → β pour signi�er "α produit β", où α et β sont appelés

respetivement le produteur et le produit de la règle r.

Soient α ∈M un non-terminal, Nα l'ensemble des tête et orps de la règle de produ-

tion de R telles que Nα(i) = α → βi, de taille T , ave Nα ⊂ R. Les PCFG véri�ent la

propriété suivante :

T
∑

i=1

q(Nα(i)) =
T
∑

i=1

q(α→ βi)) = 1 (5.1)

Autrement dit :
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q(α→ β) = p(β|α) =
p(α, β)

p(α)
(5.2)

Une PCFG peut être dérivée d'un orpus arboré (ensemble d'exemples). Si nous re-

prenons la phrase de la �gure 4.8. Nous pouvons inférer la PCFG suivante :

� M← {numéro-rue, type-voie, nom-rue, ode-postal, ville, personne, prénom, nom}

� T ← {1, rue, Maurie, Arnoux, 92120, Montrouge}

� R ←

� adresse → numéro-rue, type-voie, nom-rue, ode-postal, ville

� nom-rue → personne

� personne → prénom, nom

� numéro-rue → 1

� type-voie → rue

� prénom → Maurie

� nom → Arnoux

� ode-postal → 92120

� ville → Montrouge

� S ← adresse

� Q ← dans et exemple, toutes les règles ont une probabilité de 1.

Lorsqu'une grammaire est dérivée d'un orpus, l'estimation de Q la plus simple onsiste

à assigner les probabilités des règles à partir de omptages d'ourrenes à l'éhelle du

orpus. Ainsi, la probabilité d'une règle α → β, q(α → β), se dé�nit omme suit :

q(α → β) =
count(α → β)

count(α)
(5.3)

Où ount(α → β) est le nombre d'ourrenes de la règle α → β dans le orpus et

ount(α) le nombre d'ourrenes du non-terminal α dans le orpus.

L'algorithme lassiquement utilisé pour e�etuer le parsing d'une séquene à l'aide

d'une grammaire est l'algorithmeCYK (Coke, Younger and Kasami) (Hays, 1962; Kasami,

1965; Younger, 1967)

2

. Cet algorithme attend une grammaire en forme normale de Chom-

sky (CNF), qui restreint les règles de R à avoir une des deux formes suivantes :

� NonTerminal → NonTerminal1 NonTerminal2

� NonTerminal → terminal

Il a par la suite été étendu (Chappelier et al., 1998) pour notamment gérer les règles

2. Hays est la référene la plus anienne attribuant la parenté de l'algorithme à Coke. Cela est

également indiqué par Jaobs and Grune (1990), page 576.
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dites unaires, qui ont la forme "NonTerminal1 → NonTerminal2", la grammaire étant

alors dite seulement binarisée. Ces règles sont partiulièrement utiles dans le adre des

entités nommées struturées, où il existe de nombreuses règles unaires (ave un shéma

d'annotation Quaero au moins). En e�et, les entités nommées de type organisation ou lieu

ont typiquement un omposant de type nom de même étendue. La grammaire présentée

préédemment n'est pas binarisée : son axiome a une partie droite omprenant 5 non-

terminaux. La binarisation se fait alors en réant de nouvelles règles à la grammaire. La

binarisation possible de S donnerait les règles suivantes :

� S → numéro-rue, X1

� X1 → type-voie, X2

� X2 → nom-rue, X3

� X3 → ode-postal, ville

Où les Xn sont des symboles non-terminaux absents de la grammaire de base qui pour-

ront alors être supprimés après l'appliation de CYK a�n d'obtenir la struture véritable

de l'arbre d'analyse.

L'un des inonvénients de ette approhe est que les entités nommées ne forment pas

un arbre de onstituants syntaxiques, de nombreux n÷uds dans e dernier étant alors

"vides", un symbole spéial leur étant attribué. Nous noterons le symbole de n÷ud vide

par "O", omme illustré dans la �gure 5.1. Ce système ayant servi de baseline pour les

expérienes de Dinarelli and Rosset (2012), nous l'appellerons don tree-baseline. Ils ont

alors enrihi les arbres ave plus ou moins d'information, a�n de fournir aux systèmes

par apprentissage plus de ontexte. En plus du système tree-baseline, plusieurs variantes

ont don été proposées. Nous nous onentrerons sur les variantes parent-ontext, utili-

sée durant la ampagne Quaero, et parent-node-�ller, dont les résultats sont meilleurs

mais n'ont été obtenus qu'après la ampagne. Parent-ontext ajoute à haque n÷ud vide

l'information du parent dans l'arbre d'analyse et est illustrée sur la �gure 5.2. Parent-

node-�ller distingue les éléments "O" si es derniers sont présents dans une entité en leur

attribuant une étiquette partiulière et ajoute aux n÷uds ayant une annotation non-vide

l'information du parent. Cette variante est illustrée dans la �gure 5.3.

Les résultats des di�érentes variantes sont donnés dans le tableau 5.1. Il existe deux

inonvénients à ette approhe. Le premier, mineur, est que les entités nommées arborées

ne donnent qu'une analyse partielle de la phrase, où les algorithmes lassiques attendent

une analyse omplète. Les arbres doivent alors être adaptés en inluant de nombreux

n÷uds vides, qui seront supprimés par la suite. Ces modèles ont également l'inonvénient
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Figure 5.2 � La représentation parent-ontext utilisée pendant la ampagne.

fun.ind

ne-�ller

notre

fun.ind�kind

président

ne-�ler

,

fun.ind�pers.ind

pers.ind�quali�er

M.

pers.ind�name.�rst

Niolas

pers.ind�name.last

Sarkozy

Figure 5.3 � La représentation parent-node-�ller ayant donné les meilleurs résultats après

la ampagne.

d'avoir une omplexité algorithmique plus importante que les étiqueteur linéaires, ette

dernière étant en général ubique en fontion de la longueur de la phrase pour une PCFG.

Pour es raisons, nous avons voulu essayer une approhe algorithmiquement plus simple,

se basant sur des asades de modèles linéaires.

CRF-CFG de Finkel and Manning (2009)

Une approhe disriminante de la PCFG a été utilisée par Finkel and Manning (2009)

sur le orpus GENIA. La méthode de base a été dérite par Finkel et al. (2008) et est

une adaptation des CRF aux arbres binaires, appelée CRF-CFG. Cette approhe o�re

les mêmes avantages qu'un CRF a par rapport à un HMM : le alul d'une probabilité

onditionnelle et une optimisation globale à l'éhelle de l'arbre et non pas à l'éhelle de la

règle omme pour une PCFG. Les liques dé�nies sur e type de CRF orrespondent au

n÷ud ourant, au n÷ud ourant et au �ls (règle unaire) ainsi qu'au n÷ud ourant et aux

Model SER

baseline 33.4

parent-ontext 33.3

parent-node-�ller 30.2

Table 5.1 � les résultats obtenus sur le Quaero par Dinarelli and Rosset (2012) selon les

informations ajoutées.
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deux �ls en même temps (règle binaire). Les formules présentées dans la setion 3.3.2 pour

l'apprentissage des CRF en haînes linéaires s'adaptent pour apprendre les CRF-CFG.

Finkel and Manning (2009) apprennent de manière jointe les étiquettes POS et les

entités nommées imbriquées de GENIA. Les POS onstituent le premier niveau de l'arbre,

les mots quant à eux sont les raines. Les annotations de niveau supérieur aux POS sont

les entités GENIA à apprendre. Un exemple d'arbre pour apprendre de manière jointe le

POS et les entités nommées imbriquées est donné dans la �gure 5.4.

ROOT
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PROT

NN
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PROT

NN

alpha

NN
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,

,

PROT
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IN
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DNA

NN

mouse

PROT

NN

GM-CSF

NN

promoter

.

.

Figure 5.4 � Un exemple de représentation arborée pour l'apprentissage des en-

tités nommées imbriquées. PROT est une abréviation de protéine. Image tirée de

Finkel and Manning (2009)

A�n d'évaluer l'apport de ette représentation arborée, Finkel and Manning (2009)

ont appliqué leur système sur le dé� JNLPBA 2004 (présenté dans la setion 2.2.2), où les

entités raines devaient être reonnues. Ils ont aussi entraîné un CRF diretement sur les

raines des entités nommées, les résultats sont donnés en termes de préision, de rappel

et de f-mesure dans le tableau 5.2.

système préision rappel f-mesure

CRF-CFG 66.78 70.57 68.62

CRF 67.50 59.27 63.12

Table 5.2 � Résultats obtenus par Finkel and Manning (2009) sur la tâhe JNLPBA

2004.

Les gains obtenus en utilisant CRF-CFG sont partiulièrement intéressants, à savoir,

un gain de 5.5 points de f-mesure globale, la majorité de e gain se faisant sur le rappel,

où le gain est de 10.3% absolus. Ces résultats ne sont ependant pas état-de-l'art et n'ont

pas permis de remporter le dé� JNLPBA 2004. Le vainqueur de e dé� a également utilisé

une struturation des entités nommées, que nous allons dérire dans la setion suivante.

Système hybride (HMM + grammaire) de GuoDong and Jian (2004)

GuoDong and Jian (2004), le vainqueur du dé� JNLPBA 2004 (Kim et al., 2004), ont

utilisé un système hybride a�n de reonnaître les entités imbriquées (même si l'évalua-
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tion se faisait sur les raines des entités nommées). Ce système hybride utilise un HMM

pour reonnaître le premier niveau des entités nommées et un système à base de règles

pour générer les noms imbriqués. Ce système à base de règles a fouillé dans le orpus

d'apprentissage les onstrutions les plus fréquentes d'entités imbriquées pour réer une

grammaire. Elle a ensuite été appliquée jusqu'à e que plus auune nouvelle entité ne

soit retrouvée. Des exemples de règles de ette grammaire seraient "DNA → PROTEIN

gene", "RNA → PROTEIN mRNA" et "CELL_TYPE → human CELL_TYPE".

La méthode dérite par Dinarelli and Rosset (2012), qui utilise un CRF pour annoter

les feuilles et une PCFG a�n de réupérer la struture de l'arbre, est une approhe similaire

à elle dérite par GuoDong and Jian (2004), mais utilisant des tehniques plus modernes.

5.1.2 Éventail des systèmes par asade d'étiqueteurs linéaires

Dans ette setion, nous présenterons un éventail des méthodes par asades d'étique-

teurs linéaires appliquées à divers orpus dérits dans le hapitre 2.

Casades de Alex et al. (2007) sur Genia

Alex et al. (2007) proposent 3 types de asades de Maximum Entropy Markov Models

(MEMM) dans le adre de la reonnaissanes des entités nommées imbriquées du orpus

GENIA. Les MEMM les CRF sont des systèmes presque identiques, la seule di�érene

entre eux réside dans leur normalisation : elle est globale sur la séquene pour un CRF

alors qu'elle est loale sur les états et transitions pour un MEMM.

Les deux premières asades, analogues, sont les asades inside-out et outside-in. Ces

deux méthodes modélisent les annotations en utilisant un MEMM par niveau d'imbria-

tion. La asade inside-out apprend à reonnaître les étiquettes du niveaux des feuilles

à la raine de l'arbre, là où outside-in apprend à reonnaître les étiquettes de la raine

aux feuilles. Pour utiliser des mots plus ouramment utilisés dans les méthodes de par-

sing, inside-out et outside-in orrespondent respetivement à une approhe bottom-up et

top-down.

La troisième, appelée asading regroupe des types d'entités à reonnaître de manière

simultanée, haque type ne pouvant être présent que sur un seul niveau. L'arbre est

alors reonstruit au fur et à mesure que les annotations sont ajoutées par le système.

Cette approhe a deux inonvénients prinipaux : le premier est qu'il est inapable de

reonnaître des imbriations d'entités du même type et le seond est le hoix des types

d'entités à regrouper.
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La omparaison ave Alex et al. (2007), les systèmes de Finkel and Manning (2009)

et de GuoDong and Jian (2004) n'est pas diretement possible ar ils ne se sont pas

évalués sur la tâhe JNLPBA 2004. La omparaison sur la reonnaissane des entités

nommées imbriquées est également déliate ar Alex et al. (2007) ont appris sur plus

de types d'entités di�érents et n'ont pas rapporté les résultats sur le type RNA. En

regardant les di�érenes de résultats, les deux systèmes semblent avoir des qualités globales

prohes, Alex et al. (2007) ayant un avantage sur les protéines et les types de ellules,

Finkel and Manning (2009) semble meilleur sur les autres entités.

De manière générale, l'inonvénient de es approhes est qu'elles ne génèrent que des

analyses d'une profondeur �nie, auune forme de réursion n'est présente pour gérer des

entités plus omplexes.

"Casade" de CRF

Le système présenté par Raymond (2013) a remporté la ampagne d'évaluation ETAPE,

sur laquelle nous n'avons pas travaillé. Ce système demeure malgré tout intéressant ar

il onstitue à notre onnaissane l'état-de-l'art sur ette ampagne. Le prinipe de la

"asade" de CRF présentée par Raymond (2013) est très simple : haque omposant et

haque entité va être reonnu par un CRF indépendamment, pour un total de 68 CRF

di�érents. Chaque CRF ne reonnaît alors que les frontières de sa lasse ible, il n'a alors

que 3 étiquettes : B, I et O (pour Beginning Inside et Outside). Il ne s'agit don pas

véritablement d'une asade de CRF, haun étant employé indépendamment les uns des

autres et auun ne tenant ompte d'une quelonque forme de ontexte.

Les traits utilisés reprennent eux dérits par Raymond and Fayolle (2010), que nous

avons dérits dans la setion 4.3.1. Il utilise des n-grammes de taille 3 dans une fenêtre

de [−2, 2] pour générer ses traits. Il utilise également un algorithme de disrétisation des

valeurs numériques, mais l'apport de et algorithme aux résultats n'a pas été donné dans

l'artile original, qui fontionne de la façon suivante :

1. onsidérer haque trait numérique de manière indépendante

2. induire un arbre de déision binaire basé sur un gain d'information pour prédire

l'étiquette à partir de ette information uniquement

3. arrêter lorsque le gain d'information est en-dessous d'un seuil �xé dé�ni à l'avane.

4. répéter l'opération sur l'ensemble des valeurs numériques

L'inonvénient de la "asade" proposée par Raymond (2013) est qu'elle n'est pas

réursive. Si un omposant ou une entité en reouvre un(e) de même type, ette méthode
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ne sera pas apable de les retrouver. Nous avons herhé dans le orpus e genre de

hevauhements et en avons trouvé environ 300 dans l'ensemble d'apprentissage, soit un

peu plus de 1 pour 1000. La �gure 2.12 est un exemple d'un tel hevauhement : en e�et,

nous avons "�te d'Ivoire" et "mouvement patriotique de �te d'ivoire" tous deux annotés

ave un omposant "name".

5.1.3 Conlusion sur l'état de l'art

Nous avons vu dans ette setion deux grands types de méthodes pour e�etuer l'an-

notation d'entités nommées struturées ou imbriquées. La première onsiste à adapter

les méthodes de parsing traditionnellement utilisées pour l'analyse en onstituants syn-

taxiques. La seonde, quant à elle, onsiste à utiliser des asades d'étiqueteurs linéaires.

Les méthodes s'inspirant du parsing syntaxique permettent une représentation assez

direte et naturelle du problème. Elles ont ependant l'inonvénient prinipal d'avoir une

omplexité n3
, où n est la taille de la phrase, e qui peut engendrer un oût en temps

prohibitif dans une utilisation dans un as réel. Finkel and Manning (2009) indiquent

notamment que leur système est environ 100 fois plus lent qu'un CRF linéaire. Pour le

système dérit par Dinarelli and Rosset (2012), la lenteur du système venait en revanhe

du CRF servant à annoter les feuilles. En e�et, les n÷uds des arbres ayant été enrihis

de nombreuses informations, le nombre d'étiquettes à apprendre pour le CRF est parti-

ulièrement élevé. Il reporte jusqu'à 441 étiquettes (le meilleur système en avait 378) et

mentionne un temps d'apprentissage de 8 jours.

De manière générale, les méthodes par asades présentées ii ont au moins un des

deux inonvénients suivants : elles sont inapables de modéliser des strutures réursives

(elles ont don une profondeur �nie) ou elles sont inapables d'avoir deux annotations de

même type se hevauhant.

Dans la setion suivante, nous proposons un nouveau type de asades de systèmes

linéaires, adaptés à la reonnaissane des entités nommées struturées. Ces asades ont

l'avantage d'être algorithmiquement moins omplexes que les méthodes à base de parsing

et sont plus expressives que les autres méthodes semblables par asades d'étiqueteurs

linéaires. Les méthodes que nous proposons don, permettent d'avoir les avantages des

deux grandes approhes que nous avons détaillées juste avant.
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5.2 Casade d'annotations

Le prinipe de la asade de CRF linéaires (ou tout autre type d'étiqueteur linéaire)

pour l'annotation struturée est très simple, mais s'est montré très e�ae (Ratnaparkhi,

1997; GuoDong and Jian, 2004; Alex et al., 2007; Tsuruoka and Ananiadou, 2009; Raymond,

2013). Il onsiste à utiliser plusieurs CRF (un minimum de 2) et à les appliquer suessi-

vement a�n de prédire, ouhe par ouhe, les di�érents niveaux d'un arbre d'analyse. Un

exemple de ette annotation ouhe par ouhe est illustré sur la �gure 2.11. Le déroule-

ment pour 2 CRF est le suivant : le premier CRF trouve les feuilles de l'arbre à prédire,

le seond reréant les niveaux supérieurs de l'arbre de façon réursive, jusqu'à ne plus

trouver de nouvelles entités. Cet algorithme se généralise à un nombre arbitraire de CRF.

Nous parlerons prinipalement ii de la asade d'annotations sur le orpus Quaero, l'un

des rares orpus d'entités nommées struturées à notre onnaissane.

Les entités Quaero ontiennent potentiellement de nombreuses imbriations, omme

dérit dans la setion 2.2.6, l'entité la plus profonde ayant 9 niveaux. La façon la plus

simple de gérer la struture des entités de Quaero est d'utiliser des modèles spéi�ques

pour les omposants et les entités. Le fait que ertaines entités peuvent être les ompo-

sants d'autres entités (omme 'est souvent le as ave les montants) justi�e d'autant plus

l'utilisation de modèles séparés : si nous n'utilisions qu'un unique modèle à et e�et, le

CRF devrait apprendre à annoter de façon di�érente la même entité, sans ompter l'aug-

mentation du nombre d'annotations rendant le modèle d'autant plus oûteux. Il onvient

également de onserver une forme de ontexte au niveau des annotations faites aux étapes

préédentes. À et e�et, nous proposons deux approhes di�érentes. La première est une

approhe que nous appellerons kikstarted. Nous y onsidérons deux grandes étapes. La

première se fait en l'absene de ontexte, l'étiqueteur déouvre un premier ensemble d'en-

tités. Cet ensemble servira alors de ontexte dans la seonde passe, où l'étiqueteur e�e-

tue une annotation réursive, ette fois en utilisant un ontexte d'annotation alulé aux

étapes préédentes. La seonde approhe sera dite bootstrapped et se veut plus simple : il

n'y a qu'une seule passe, réursive. L'algorithme apprend alors diretement la réursion

et ne garde en mémoire que les annotations de plus haut niveau. À la première étape, la

mémoire est vide et est remplie d'une valeur spéi�que pour signaler que rien n'a enore

été trouvé.

Nous avons observé dans nos expérienes que les di�érentes asades de CRF linéaires

parvenaient à annoter des entités jusqu'à une profondeur de 6. Cela montre lairement

la apaité de nos modèles à gérer la réursion, ils sont don plus généraux que les CRF
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plus naïfs à profondeur �xe utilisés dans la ampagne Quaero.

Si nous nous référons à l'exemple donné dans la setion 2.2.6, une première annotation

donnerait au minimum kind pour "�te", puis retrouverait "�te d'Ivoire" omme un

lo.phys.geo, et ainsi de suite, jusqu'à annoter l'ensemble de l'entité (ou à fournir une

annotation ne rajoutant pas de nouvel élément à l'entité atuelle).

Pour pouvoir apprendre e type de asade de CRF, le orpus doit être généré de

façon adaptée. Les tour de paroles ayant uniquement des entités de profondeurs de taille

au plus 4, elles sont simplement érites dans les orpus orrespondants aux quatre CRF

respetivement. Si un tour de parole omporte une entité de profondeur supérieure à 4,

il sera dupliqué pour les CRF apprenant les niveaux supérieurs (3, 4, 5, et.), ave les

di�érentes annotations jusqu'à la raine. L'algorithme 2 détaille le proessus de génération

des tours de paroles. Les deux niveaux les plus bas dans l'arbre vont don être attribués

aux deux sous-parties de l'étape 1 (soit au CRF1 pour les omposants, et au CRF2

pour les entités). Pour tout tour de parole omprenant une entité imbriquée dans une

autre, le tour de parole va alors être dupliqué en autant de niveaux d'annotations que la

profondeur de l'arbre. Ainsi, nous pouvons donner au CRF le ontexte néessaire a�n qu'il

puisse apprendre à reonnaître les niveaux supérieurs. Autrement dit, dans l'algorithme

3, mdls_amore et mdls_réurrene ontiennent haun deux éléments : un pour les

omposants et un pour les entités.

L'algorithme 3 montre l'approhe générale à la asade d'annotations linéaires. Dans

et algorithme, la méthode "AjoutSansChevauchements(A,B)" ajoute l'ensemble des

annotations de B à A, les annotations de A reouvertes par une annotation de B se voient

supprimées. La méthode annote(x, y, z) est l'annotation d'un orpus x par un modèle

y ayant pour informations ontextuelles (les annotations de plus haut niveau extraites

préédemment) z. De base, le ontexte est vide et est mis-à-jour après haque annotation.

5.2.1 Casade kikstarted (CRF)

L'idée du CRF kikstarted est de onsidérer que nous avons deux phases d'annotations

prinipales :

1. la phase d'amore, non réursive, où l'on onsidère que nous n'avons auun ontexte.

Le CRF est don appliqué tel quel et fournira du ontexte à la deuxième passe.

2. la phase amorée, réursive, où le CRF utilise les annotations trouvées aux étapes

préédentes.
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Algorithm 2 Algorithme pour transformer un orpus arboré en asade d'annotations

funtion Arbre_Vers_Casades(corpus, composants, entits)
⊲ omposants est l'ensemble des omposants Quaero

⊲ entités est l'ensemble des entités Quaero

orpora ← tableau de orpus annotes de taille 4 ; ⊲ 1 "orpus" par niveau

niveau ← 1 ;

for sequene in orpus do

arbre ← annotations_arbre(sequene) ;

urrentAnnotations ← ∅ ;

ontexte ← ∅ ;

autorisés ← omposants ;

while arbre 6= ∅ do

urrentAnnotations ← feuilles(arbre) ∩ autorisés ;

⊲ a haque étape, on traite soit des omposants soit des entités.

if autorisés = omposants then

autorisés ← entités ;

else

autorisés ← omposants ;

end if ;

érire(orpora[niveau℄, ontexte, urrentAnnotations) ; ⊲ génère

nouvelle sequene étiquetée ave les feuilles, les annotations de niveaux inférieurs étant

du ontexte

arbre ← arbre \ urrentAnnotations ; ⊲ suppression des feuilles dans arbre

ontexte ← AjoutSansChevauhements(ontexte, urrentAnnotations) ; ⊲
ontexte ne voit que les annotations de plus haut niveau

niveau ← niveau + 1 ;

if niveau > 4 then ⊲ on boule sur les deux derniers niveaux pour réer

réurrene

niveau ← 3 ;

end if ;

end while ;

end for ;

end funtion ;

Si l'on onsidère la hiérarhie du orpus Quaero, ela donne don deux CRF par

étapes : un pour les omposants et un pour les entités. L'enhaînement des CRF est

illustré dans la �gure 5.5, tandis qu'un exemple déroulé de l'annotation via la asade

kikstarted est donné dans le tableau 5.3. Les deux premiers CRF (1 et 2) ne sont appelés

qu'une unique fois a�n de donner un ontexte aux deux derniers (3 et 4), qui seront alors

appelés réursivement l'un après l'autre, jusqu'à e que plus auune nouvelle annotation

ne soit trouvée, donnant alors la ondition d'arrêt.

5.2.2 Casade bootstrapped (NN)

L'idée de la asade bootstrapped, que nous utiliserons ette fois ave les réseaux de

neurones, est similaire à elle de la asade kikstarted, mais se veut plus simple. La
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Algorithm 3 Algorithme générique pour la asade d'annotations linéaires

funtion Casade_Modeles_Lineaires(orpus, mdls_amore, mdls_réurrene)

⊲ mdls_amore est la liste des modèles servant à générer les premiers niveaux.

⊲ mdls_réurrene est la liste des modèles réant les niveaux de façon réurrente.

⊲ mdls_amore peut être vide.

annotations ← ∅ ;

urrentAnnotations ← ∅ ;

ontexte ← ∅ ;

for modèle in mdls_amores do

annotations ← annotations ∪ annote(Corpus, modèle, ontexte) ;

ontexte ← AjoutSansChevauhements(ontexte, annotations) ;

end for ;

newAnnotations ← (annotations 6= ∅ or mdls_amore = ∅) ; ⊲ nous entrons dans

la phase réurrente si les modèles "amores" ont trouve des annotations, ou si nous

n'avons pas de modèle d'"amore" (nous avons uniquement des modèles réurrents)

while newAnnotations do

annotations ← annotations ∪ urrentAnnotations ; ⊲ on ajoute

les annotations trouvées par les modèles réurrents. Lors de la premiere entrée dans la

boule, "annotations" = "urrentAnnotations".

urrentAnnotations ← ∅ ; ⊲ on réinitialise l'ensemble des annotations trouvées

par les modèles réurrents.

for modèle in mdls_réurrene do

urrentAnnotations ← urrentAnnotations ∪ annote(Corpus, modèle,

ontexte) ;

ontexte ← AjoutSansChevauhements(ontexte, urrentAnnotations) ;

end for ;

newAnnotations ← (urrentAnnotations \ annotations 6= ∅) ; ⊲
si les modèles réurrents ontiennent des annotations qui n'ont pas deja ete extraites,

nous ontinuons l'extration.

end while ;

return annotations ;

end funtion ;

CRF4 (niveau 6) fun.ind (STOP)

CRF3 (niveau 5) O kind O pers.ind

CRF4 (niveau 4) fun.ind

CRF3 (niveau 3) O kind O pers.ind

CRF2 (niveau 2) O O O pers.ind

CRF1 (niveau 1) O O O quali�er name.�rst name.last

ontexte (niveau 0) O O O O O O

tokens notre président , M. Niolas Sarkozy

Table 5.3 � les di�érentes passes d'annotation selon une asade kikstarted.

di�érene prinipale vient du fait que nous ne onsidérons plus qu'une seule passe, ré-

ursive. Lorsqu'auun ontexte n'est disponible, nous mettons une annotation spéi�que

pour signaler qu'auune annotation n'a été préédemment faite. Cela permet de beau-

oup simpli�er le proessus d'annotation, ar nous passons de quatre systèmes à un seul.

Pour ette méthode de asade, nous avons utilisé des réseaux de neurones à la plae des
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CRF1

(omposants)

start

CRF2

(entités)

CRF3

(omposants)

CRF4

(entités)

STOP

pas de nouvelles entités

nouvelles entités

tokens umul annotation umul annotation umul annotation umul annotation

notre O O O O O O O O

président O O O O O B-kind B-kind B-fun.ind

, O O O O O O O I-fun.ind

M. O B-quali�er B-quali�er B-pers.ind B-pers.ind O B-pers.ind I-fun.ind

Niolas O B-name.�rst B-name.�rst I-pers.ind I-pers.ind O I-pers.ind I-fun.ind

Sarkozy O B-name.last B-name.last I-pers.ind I-pers.ind O I-pers.ind I-fun.ind

Figure 5.5 � une représentation en automate de la asade kikstarted de CRF sur

Quaero. Le shéma illustre également omment les séquenes sont envoyées aux di�é-

rents CRF a�n d'e�etuer les di�érents apprentissages. En bleu sont les niveaux où des

omposants sont appris. En rouge sont les niveaux où des entités sont apprises.

CRF, pour plusieurs raisons. La première est la omplexité due à l'espae de sortie. Pour

un CRF, l'augmentation de la omplexité (autant en mémoire qu'en temps) par rapport

au nombre d'éléments de l'espae de sortie est au mieux linéaire, au pire quadratique ;

alors que pour un réseau de neurones l'augmentation du nombre d'éléments en sortie a

une in�uene bien moindre en omparaison. Une autre raison, plus intéressante enore,

est la représentation du ontexte. En e�et, une même lasse peut s'observer dans di�é-

rents ontextes et à di�érents niveaux de l'arboresene. Ainsi, le réseau de neurones sera

apable d'apprendre une représentation �ne des étiquettes en tant qu'information ontex-

tuelle. Il pourra, par exemple, distinguer � Yoann � dans une première passe d'annotation

où une annotation prénom doit être retrouvée de � Yoann � lorsqu'il a été identi�é en

tant que prénom, où une annotation personne doit être retrouvée. Si l'on se réfère à

l'algorithme 3, mdls_amore ne ontient auun élément et mdls_réurrene ontient un

unique élément. Le fontionnement de l'algorithme est illustré par l'automate de la �gure

5.6 tandis qu'un exemple déroulé de l'annotation bootstrapped est donné dans la �gure

5.4.

Le tableau 5.4 montre également l'intérêt de l'approhe bootstrapped par rapport à

l'approhe kikstarted. Là où la asade kikstarted prend 6 passes pour atteindre un
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LSTM

start

STOP

nouvelles entités

pas de nouvelles entités

tokens umul annotation umul annotation umul annotation umul annotation

notre O O O O O O O O

président O O O O O B-kind B-kind B-fun.ind

, O O O O O O O I-fun.ind

M. O B-quali�er B-quali�er B-pers.ind B-pers.ind O B-pers.ind I-fun.ind

Niolas O B-name.�rst B-name.�rst I-pers.ind I-pers.ind O I-pers.ind I-fun.ind

Sarkozy O B-name.last B-name.last I-pers.ind I-pers.ind O I-pers.ind I-fun.ind

Figure 5.6 � Une représentation en automate de la asade bootstrapped pour Quaero.

Le shéma illustre également omment les séquenes sont envoyées aux di�érents LSTM

a�n d'e�etuer les di�érents apprentissages. En bleu sont les niveaux où des omposants

sont appris. En rouge sont les niveaux où des entités sont apprises.

LSTM (niveau 5) fun.ind (STOP)

LSTM (niveau 4) fun.ind

LSTM (niveau 3) O kind O pers.ind

LSTM (niveau 2) O O O pers.ind

LSTM (niveau 1) O O O quali�er name.�rst name.last

ontexte (niveau 0) O O O O O O

tokens notre président , M. Niolas Sarkozy

Table 5.4 � les di�érentes passes d'annotation selon une asade bootstrapped.

ritère d'arrêt, la asade bootstrapped n'en prend que 5. Elle a don l'avantage d'être

plus e�ae en temps. Dans la setion suivante, nous évaluerons les résultats obtenus par

les di�érents types de asades.

5.2.3 Résultats

Les systèmes présentés dans ette setion ont été évalués selon le SER tel que dérit

dans la formule 3.4. Comme dit dans la setion 3.1.2, le SER ignore la struture des entités

et se ontente d'aligner les propositions du système ave les annotations de référene. Le

SER était la métrique utilisée dans le ampagne d'évaluation Quaero, raison pour laquelle

nous l'avons utilisée ii.

Les di�érents CRF (asades kikstarted) ont été entraînés ave Wapiti à l'aide l'al-

gorithme rprop, les normes ℓ1 et ℓ2 ont été �xées à 1,2 et 0,5 respetivement. Pour notre

Bi-LSTM-CRF (asades bootstrapped), nous avons utilisé des veteurs de taille 128 pour

les tokens (sans pré-apprentissage) et de taille 32 pour les aratères. Nous avons utilisé un

dropout sur les représentations de 0,5. Les modèles ont été entraînés pendant 50 itérations
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selon une desente de gradient stohastique, le modèle �nal étant elui ayant maximisé

la F-mesure sur les entités dans le orpus de développement. Les veteurs représentant

l'information de umul ont été on�gurés ave une taille de 64, taille donnant les meilleurs

résultats dans nos expérienes. Les résultats omparatifs entre les CRF et les LSTM sont

donnés dans le tableau 4.24.

Les tableaux 5.5 et 5.6 présentent les di�érents résultats obtenus ave le modèle kiks-

tarted ainsi qu'ave le modèle bootstrapped en fontion du jeu de traits utilisés.

Les traits reposant sur les taxonomies utilisent une quarantaine de lexiques onstitués

soit manuellement soit en extrayant des onnaissanes de ressoures externes, omme par

exemple Yago. La taxonomie omplète utilisée pour les expérienes est donnée dans la

�gure 5.7.
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Figure 5.7 � taxonomie utilisée pour les tâhes de REN

Les résultats obtenus par la asade bootstrapped sont donnés dans le tableau 5.6.

Ces derniers sont meilleurs que eux du vainqueur de la ampagne Quaero. Bien que

nous n'ayons pas amélioré les meilleurs résultats obtenus par Dinarelli and Rosset (2012),

les résultats omparés à tree-baseline, qui ont une quantité d'information équivalente,

montent un gain signi�atif. Ces résultats ont par ailleurs été obtenus sans reourir à des
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SER

taxonomie 34.3

pré�xes + su�xes 35.5

+ syntaxe 37.0

+ verbes 37.4

jeu omplet 43.3

deux niveaux 37.0

top-down 37.1

Dinarelli and Rosset (2012) 33.3

Table 5.5 � résultats des asades kikstarted sur le orpus Quaero, omparés au vain-

queur de Quaero

représentations préapprises sur un large volume de données, montrant le fort potentiel du

modèle. Pour la asade bootstrapped, nous avons distingué les annotations de profondeur

2 des annotations de profondeur 4 a�n de voir l'évolution des hi�res de qualité. Auun

système à notre onnaissane n'a utilisé des réseaux de neurones pour répondre à ette

tâhe ou une qui lui serait similaire. Nous n'avions à la base auune intuition sur le

omportement d'un tel système. Il est à noter que nous nous sommes arrêtés à quatre

niveaux d'annotation, ontre 6 pour le CRF. Cela vient du fait qu'à partir des troisième

et quatrième niveaux, des annotations inohérentes ommençaient à être relevées. Ces

annotations étaient diretement voisines à un même niveau et en hevauhaient une de

plus bas niveau. Étendre leurs frontières donnait alors deux annotations de même niveau

qui se hevauhaient, e qui est inohérent. Un exemple de e type d'annotation est donné

dans le tableau 5.7. Nous avons supprimé es annotations de manière algorithmique a�n

de onserver des annotations ohérentes. E�etuer plus d'annotations de plus haut niveau

augmentait le nombre d'annotations inohérentes.

SER

2 niveaux 32.39

4 niveaux 31.85

Dinarelli and Rosset (2012) tree-baseline 33.4

Dinarelli and Rosset (2012) parent-ontext (vainqueur de Quaero) 33.3

Dinarelli and Rosset (2012) parent-node-�ller (après Quaero) 30.2

Table 5.6 � résultats des asades bootstrapped sur le orpus Quaero, omparés au vain-

queur de Quaero.

La �gure 5.8 illustre les di�érenes entre les systèmes montrés ii selon les di�érents

hi�res relatifs au SER, en utilisant le système CRF kikstarted omme référene (ses

valeurs sont don systématiquement à 100%). Nous notons deux tendanes prinipales.

La première est la forte rédution des suppressions (D sur la �gure), ette valeur diminuant

au fur et à mesure que le nombre de niveaux annotés augmente. Cela montre à la fois
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niveaux

token 1 2 3 4

Bordeaux B-name B-lo.adm.town B-org.ent B-org.ent

six B-val B-amount O B-val

et I-val I-amount O I-val

sept I-val I-amount O B-day

avril B-month I-amount O B-month

Table 5.7 � Un exemple d'annotation inohérente donné par la asade de Bi-LSTM-

CRF. Les annotations inohérentes sont marquées en rouge.

le �té plus ouvrant du réseau de neurones, le nombre de suppressions diminuant et le

nombre d'annotations orretes augmentant. Le réseau de neurones semble également faire

des erreurs moins graves que le CRF, faisant plus d'erreurs de type ou frontière. L'autre

tendane intéressante là où l'annotation à deux niveaux du bootstrapped ontient beauoup

moins d'insertions (bruit), es nombres deviennent omparables lorsque quatre niveaux

sont annotés. Comme nous l'avons noté préédemment, le RNN fournit des annotations

inohérentes à partir du troisième niveau. Cette augmentation des erreurs d'insertion

semble re�éter la baisse de qualité des représentations apprises sur les niveaux supérieurs.
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Figure 5.8 � Comparaison de la orretion et des erreurs ommises par les systèmes à

base de réseaux de neurones relativement à elles du système à base de CRF. En rouge, le

système CRF kikstarted fait référene (toutes ses valeurs sont don à 100%). En vert, le

système Bi-LSTM-CRF bootstrap sur deux niveaux. En bleu, le système Bi-LSTM-CRF

bootstrap, sur quatre niveaux. St sont les erreurs de type, Sb les erreurs de frontières et

St+b sont les erreurs de type et frontière en même temps.

Dans la setion suivante, nous nous onentrerons sur les erreurs ommises par la

asade de CRF sur les annotations Quaero v2, auun travail n'ayant été publié sur e

dernier à notre onnaissane.
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5.3 Résultats sur Quaero v2

Dans ette setion, nous détaillerons les résultats que nous avons eus sur Quaero v2.

Nous n'avons obtenu des résultats qu'ave la asade kikstarted, es derniers peuvent

alors se omparer ave eux dérits dans la setion 5.2.1. Il n'existe à notre onnaissane

auun résultat sur e orpus, eux proposés ii onstituent don de fato l'état-de-l'art.

expériene SER

notre baseline 33.2

+verbes 33.7

jeu omplet 34.8

Table 5.8 � Nos meilleurs résultats sur Quaero v2.

Comme nous pouvons le voir sur le tableau 5.8 en omparaison du tableau 5.5, nous

obtenons de meilleurs résultats sur Quaero v2 que eux que nous avons obtenus sur Quaero

v1. Ces améliorations re�ètent l'évolution des types utilisés et de l'annotation plus ou-

vrante. Nous notons que l'ajout des verbes voisins a un e�et négatif sur la qualité de

l'annotation produite par le CRF, quelle que soit l'expériene. Les lexiques, lorsqu'ils sont

ajoutés omme traits booléens, détériorient également la qualité de nos résultats. Il est à

noter que es pertes sont moins importantes par rapport à elles obtenues sur Quaero v1.

Cela semble indiquer que ertains résultats lassés omme étant du bruit en v1 étaient en

réalité des annotations manquées par les annotateurs (le SER pénalisant plus le bruit que

les autres erreurs).

Dans la prohaîne setion, nous ferons une analyse des erreurs détaillée de notre sys-

tème a�n d'en donner les limitations et avoir des pistes pour l'améliorer à l'avenir.

5.3.1 Analyse des erreurs

Le SER, ainsi que la f-mesure, sont des mesures qui favorisent les entités les plus

fréquentes, es dernières ayant plus de poids sur la métrique globale par e�et de volume.

Détailler les sores entité par entité permet de voir sur quelles entités un système se

omporte mieux ou moins bien, mais ne permet pas d'avoir une idée préise quant aux

endroits où des gains peuvent être obtenus. A�n de ombler e manque, nous avons alulé,

pour haque entité, son manque à gagner. Ce manque à gagner est, pour haque entité,

le nombre de points qui seraient ajoutés à la f-mesure globale si nous la reonnaissions

parfaitement. Cela permet d'avoir une meilleure idée des défauts de nos systèmes, ette

mesure montrant où et en quelle quantité des gains sont possibles. Le tableau 5.9 donne

les entités sur lesquelles le manque à gagner en termes de f-mesure est le plus grand.
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Nous remarquons que les manques à gagner se onentrent prinipalement autour des

feuilles ou des entités majoritaires (amount, org, pers). À supposer que toutes les entités

du tableau 5.9 soient parfaitement annotées, nous serions à plus de 90 de f-mesure. Nous

voyons que les gains ne sont pas aisés à aquérir si l'on se onentre sur un seul type :

supposons que nous souhaitions gagner 1 point de f-mesure globale. Cela équivaudrait à

un gain d'environ 10 points sur le omposant �name�, 20 sur l'entité �org.ind� ou 24 sur

le omposant �kind�. Cependant, autant les erreurs se propagent, autant les orretions

feraient de même. Le manque à gagner est en e sens une mesure pessimiste, ar des

orretions sur ertains types entraînent des orretions sur le reste de l'entité nommée

struturée. name est un omposant de plusieurs entités et ambigu ave les autres om-

posants name.�rst et name.last. Des orretions sur es omposants se propageraient sur

les entités de niveaux supérieurs, améliorant ainsi la qualité de plusieurs entités en même

temps (par exemple org, lo and pers où la plupart des ambigüités ont lieu).

entité F-mesure manque à gagner

name 81.48 2.28

org.ind 65.12 2.25

amount 75.48 2.17

kind 51.20 1.97

quali�er 49.51 1.73

objet 76.03 1.7

pers.oll 59.91 1.68

pers.ind 78.05 1.4

Table 5.9 � les entités ayant les plus grands manques à gagner.

A�n de failiter l'analyse des erreurs, nous avons tiré parti de la lassi�ation ra�née

des erreurs du SER de la ampagne Quaero. Nous avons don utilisé inq types d'erreurs :

les erreurs de type, de frontières, de type et frontières en même temps, et le bruit. Les

entités de référene qui n'ont pu être alignées ave une proposition du CRF sont lassées

omme étant du silene. Ces sores sont donnés dans le tableau 5.10.

type d'erreur proportion (%)

type 8.0

frontières 11.7

type+frontières 6.2

bruit 21.6

silene 52.5

Table 5.10 � Pourentages bruts des di�érents types d'erreurs.

Le problème prinipal de notre système est son silene, qui équivaut à 50% des erreurs

du système, 19% des annotations n'ont auune proposition faite par le CRF. Le seond
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problème renontré est la dédution des frontières des entités inonnues, qui représentent

presque la moitié des erreurs de préision sur es dernières. Ave notre lassi�ation, il est

possible d'explorer plus avant les erreurs faites par notre système, a�n de mieux onnaître

les plus fréquentes et d'avoir des pistes pour les orriger.

Nous détaillons maintenant les erreurs les plus ommunes faites par notre système.

Des exemples d'erreurs de frontières, type, bruit et silene sont donnés respetivement

dans les tableaux 5.11, 5.12, 5.13 et 5.14 pour les omposants. Les erreurs sur les entités

étant prinipalement propagées, nous nous onentrerons sur l'analyse des erreurs sur les

omposants.

desription CRF référene

dérivés peu fréquents • a�aires étrangères • a�aires étrangères et de la oopération
d'entités fréquentes • Afrique • Afrique de l'Ouest

omposant objet : ajout

ou oubli d'adjetif ou de

groupe prépositionnel

emprisonnement emprisonnement ave sûrsis

Table 5.11 � Exemples d'erreurs de frontières sur la ampagne d'évaluation Quaero.

desription CRF référene

kind vs fun � armée �, � fores �, � troupes �, � autorités �, annotés

kind ou fun dans les mêmes ontextes

name → kind : les om-

posants name deviennent

kind ave d'autres ompo-

sants

au sein du

gouvernementname

israéliendemonym

au sein du

gouvernementkind

israéliendemonym

Table 5.12 � Exemples d'erreurs de type sur la ampagne d'évaluation Quaero.

desription CRF référene

omposant val : erreur

d'analyse sur �des�, �de� et

�d' � (+erreurs humaines ?)

tirs de roquettes tirs de roquettes

omposant objet : tokens

génériques

2 setsobject à 1 2 setsO à 1

omposants name : ompo-

sants vus dans le orpus

d'apprentissage

pays, valeurs (nombres en hi�res), temps relatif

Table 5.13 � Exemples d'erreurs de bruit sur la ampagne d'évaluation Quaero.

Comme illustré sur la �gure 5.9, la majorité des erreurs de bruit onernent les om-

posants fun, kind or name. Lors de la transition de Quaero v1 à v2, ertains omposants

kind ont été remplaés par des omposants fun (f. Figure 2.11) : e sont des omposants

prohes sémantiquement, nous avons également trouvé de potentielles erreurs humaines
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desription CRF référene

omposant val : oublié sur des mon-

tants génériques

desO ates de sabotage desval ates de sabo-

tage

omposant quali�er : oublié si om-

posant quali�é oublié

présumésO sympathi-

sants

présumésqualifier sym-

pathisants

omposant name : oublié sur temps

relatifs

lendemainO lendemainname

omposant kind : noms ommuns

polysémiques

étatO étatkind

Table 5.14 � Exemples d'erreurs de silene sur la ampagne d'évaluation Quaero.

qui expliqueraient en partie la onfusion entre les deux. Quelques erreurs viennent du fait

qu'un omposant name peut devenir kind en présene d'autres omposants (par exemple,

le gouvernement d'un pays). Les CRF semblent avoir du mal à modéliser la présene ou

l'absene de e type de ontexte. Toujours en prenant l'exemple des gouvernements, il

existe des disparités entre les annotations de référene et les sorties du CRF : bien que

es derniers soient annotés name la plupart du temps, ette annotation ne représente que

20% des sorties du CRF. Des règles de post-traitement pourraient aider à orriger e type

d'erreurs.

La plupart des erreurs de silene sont faites sur les omposants de Quaero, représentant

60% de l'ensemble des erreurs de silene faites par le CRF. Ces dernières sont faites

prinipalement sur les omposants val, objet, kind et quali�er. Objet étant un omposant

de l'entité amount, il est lié au omposant val, e qui explique en partie le phénomène,

même si nous n'avons pas pu le quanti�er de manière préise. Les erreurs faites sur les

omposants quali�er sont uniquement ontextuelles, e omposant n'apparaissant jamais

seul, la plupart des silenes étant dûs au silene sur l'élément quali�é. Il semble don que

le CRF ait été apable de modéliser ette ontrainte, signi�ant que es silenes peuvent

être orrigés si nous parvenons à identi�er l'élément quali�é.

Les erreurs de frontières sur les omposants sont généralement de taille 1 à 2 et sont

plus ou moins équitablement distribuées entre les ajouts et les suppressions. Ces erreurs de

frontières onernent prinipalement des adjetifs et des groupes prépositionnels. Pour les

entités, les erreurs de frontières tendent à devenir plus grandes, ela est dû à la propagation

de deux types d'erreurs. Premièrement, les erreurs de frontières sur les omposants vont

auser une erreur de frontières sur l'entité au-dessus d'eux. Deuxièmement, une erreur de

silene peut onduire à une erreur de frontières sur une entité. Par exemple, si seul un

nom de famille ou un prénom est reonnu pour une personne, la personne pourra malgré

tout être identi�ée, mais une de ses frontières sera inorrete.
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Figure 5.9 � Erreurs de type. À gauhe sur les omposants, à droite sur les entités. La

partie intérieure orrespond au type de la référene. La partie supérieure orrespond au

type donné par le système.

La plupart des erreurs de bruit sont sur les omposants val, objet, kind, quali�er et

name. Presque 80% de es erreurs de bruit sont sur des omposants dont la forme a été

observée dans le orpus d'entraînement. Même si ertaines sont très probablement des

erreurs humaines (sur des pays et des noms propres prinipalement), ertaines sont plus

spéi�ques et semblent indiquer un surapprentissage du CRF, qui utilise la forme pour

identi�er ertains omposants.

Comme nous l'avons montré préédemment, la plupart des erreurs sur les entités

semblent venir d'erreurs faites à des niveaux inférieurs. Pour valider ette assertion, nous

avons lané une annotation en reprenant les annotations de référene pour les ompo-

sants du premier niveau au lieu d'e�etuer une annotation ave un CRF omme indiqué

dans l'algorithme 3 : le SER est passé à 6.3%. Ce résultat est ohérent ave elui de

Dinarelli and Rosset (2011), qui avait e�etué le même test (tableau 4 dans l'artile).

Nous prévoyons d'isoler les erreurs non propagées pour haque type a�n de mieux om-

prendre l'in�uene de la propagation des erreurs ainsi que des erreurs dues à des manques

intrinsèques au CRF dans son état atuel. Nous avons également besoin de mieux modé-

liser le ontexte a�n mieux désambiguïser les omposants name.

5.3.2 Conlusion

Dans e hapitre, nous avons dérit une méthode générale pour la reonnaissane

d'entités nommées struturées par modèles linéaires. Nous avons donné une proédure gé-

nérique et l'avons adaptée pour mieux orrespondre à la struture propre aux entités du

orpus Quaero. Nous avons montré que ette approhe était justi�ée, la qualité obtenue
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étant ompétitive. Bien que nous n'ayons pas pu améliorer l'état-de-l'art ave nos ap-

prohes, la variante bootstrapped nous a permis d'améliorer les résultats par rapport aux

méthodes équivalentes, e qui nous laisse on�ants par rapport aux résultats que nous

pouvons obtenir.

Nous avons aratérisé les erreurs les plus ommunes a�n de quanti�er les di�érents

manques à gagner de nos systèmes, e qui nous a donné des pistes pour les améliorer et

nous a permis d'identi�er des erreurs humaines. Nous pourrions estimer la proportion des

erreurs propagées en véri�ant les types et frontières des entités plus basses. Par exemple,

si nous avons une erreur de type sur une personne, véri�er les omposants permettrait

de voir immédiatement si l'erreur vient des niveaux inférieurs. Un autre test que nous

pourrions e�etuer par la suite serait de omparer les systèmes que nous avons entraînés

ii à un système n'apprenant que les entités de plus haut niveau. En omparant les deux

jeux d'annotations, nous pourrions voir quelles sont les erreurs spéi�ques à la asade

et elles qui ne le sont pas. Nous avons également prévu de mesurer nos résultats ave

la métrique plus réente appelée Entity Error Rate (ETER) (Ben Jannet et al., 2014),

détaillé dans la setion 3.1.3. Elle se base sur le SER mais prend mieux en ompte la

struturation. Il est à noter que ette mesure a déjà été utilisée pour mettre à jour les

métriques de qualités des systèmes partiipant à la ampagne d'évaluation ETAPE, mais

à notre onnaissane, e travail n'a pas été fait pour le orpus Quaero. Nous nous sommes

don basés sur les mesures e�etuées alors, qui étaient le SER.

Au moment de l'ériture de es lignes, les résultats de la asade bootstrapped n'ont

pas enore pu être publiés, mais leur soumission à un olloque international est prévue.

En guise de perspetive, nous pourrions également utiliser des méthodes de parsing

omme elles dérites par Dinarelli and Rosset (2012). Une piste pour ela est elle des

réseaux de neurones réursifs (Soher et al., 2011) et plus partiulièrement les Compositio-

nal Vetor Grammars (grammaires ompositionnelles de veteurs) (Soher et al., 2013).

Ce type de réseaux réursifs a déjà été utilisé pour parser des phrases selon une analyse

syntaxique profonde, nous pourrions adapter ette méthode pour reonnaître les entités

nommées struturées et omparer ave Dinarelli and Rosset (2012) a�n de voir l'apport

d'une méthode neuronale dont nous avons montré le potentiel dans la setion 5.2.2.

Comme nous l'avons dit préédemment, l'un des grands problèmes des annotations

struturées est le manque de données. Une perspetive serait de réer de nouvelles don-

nées annotées à l'aide des modèles existants en utilisant des tehniques d'apprentissage

atif (Angluin, 1987; MaKay, 1992), où le orpus est onstruit selon un proessus de
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boule de feedbak, l'algorithme proposant des exemples à un orale qui les validera avant

de les réinjeter dans le orpus d'apprentissage a�n de générer petit à petit un orpus

annoté. Cette perspetive serait intéressante à plusieurs titres. Outre l'aélération de

la réation de nouvelles ressoures, l'apprentissage atif sur des annotations struturées

pose également la question de la proposition des exemples à l'orale et de leur validation.

Valider des annotations struturées pose plusieurs problèmes. Doit-on valider de la raine

aux feuilles ? Des feuilles aux raines ? Doit-on valider la struture omplète en une seule

passe ? La séletion des exemples est également soure de questionnement. Par exemple,

doit-on hoisir une entité par rapport à sa raine ou faut-il lassi�er des arbres entiers ?

Ces questions ne seront malheureusement pas explorées pendant ette thèse, mais font

partie des thématiques de reherhes que je souhaiterais aborder dans le futur.

En supposant que les entités nommées ont été retrouvées, il devient possible d'établir

des liens entre es dernières, es liens étant les relations qu'elles ont les unes ave les

autres. Nous pouvons voir ette extration de relations entre entités nommées omme une

forme de struturation également. Cette struturation est à l'éhelle du doument lorsque

des mentions sont mises en relation. Cette extration des relations entre entités nommées

est l'une des perspetives de ette thèse. Nous détaillons es deux pistes dans le hapitre

onlusif qui suit.
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Chapitre 6

Conlusion et Perspetives

Les travaux présentés dans ette thèse entrent dans le adre de la reonnaissane des

entités nommées (REN), qui s'insrit dans le domaine du traitement automatique des

langues (TAL). La REN est un domaine apital du TAL, au début de nombreux trai-

tements du domaine de la sémantique. Elle sert à l'extration de relations entre entités

nommées, e qui permet la onstrution d'une base de onnaissanes (Surdeanu and Ji,

2014; Rahman et al., 2017), l'extration d'évènements (Kumaran and Allan, 2004), le ré-

sumé automatique (Nobata et al., 2002; Spitz and Gertz, 2016) ou enore la oneption

d'agents onversationnels (Cahn, 2017). Nous avons développé diverses approhes ii en

reourant à deux tehnologies onurrentes, à savoir les CRF et les réseaux de neurones,

que nous avons omparées entre elles.

Dans la setion suivante nous présenterons un bilan de nos travaux qui ont porté

sur la reonnaissane d'entités nommées struturées, avant d'o�rir des perspetives à nos

reherhes.

6.1 Conlusion

Cette thèse a porté sur le domaine général du TAL, et plus partiulièrement sur la tâhe

de reonnaissane des entités nommées. Nous avons vu que les entités nommées n'étaient

pas des objets théoriques aussi lairement dé�nis que peuvent l'être les onstituants/dé-

pendanes syntaxiques, les anaphores et oréférents. Nous avons vu que la notion d'entité

nommée s'est prinipalement onstruite de manière très onrète et appliquée, autour de

dé�s qui proposent des dé�nitions plus ou moins larges et omplexes dans un but appliatif

onret. Nous avons don ommené par présenter les di�érents orpus d'entités nommées

nous intéressant plus partiulièrement dans le adre de ette thèse. Nous avons également
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exploré les di�érentes méthodes utilisées pour répondre à ette tâhe. Ces méthodes in-

luent deux grandes atégories : les méthodes à base de règles et elles par apprentissage

automatique. Nous avons vu que les méthodes par apprentissage automatique étaient plus

adaptées à la tâhe en raison de leur meilleure adaptabilité, leur permettant d'obtenir une

meilleure qualité de manière quasi-systématique.

Dans le adre de ette thèse, nous avons abordé la struturation dans les entités nom-

mées. Nous avons vu que ette struturation pouvait avoir plusieurs aspets. Tout d'abord,

une entité peut avoir une struturation morphologique, ela est notamment le as pour

les entités nommées biomédiales et tout partiulièrement pour les entités nommées hi-

miques, où des a�xes aratéristiques peuvent être trouvés par fouille de sous-haînes

répétées et être utilisées dans des méthodes de reonnaissane d'entités nommées. Notre

ontribution ii a été de fournir un algorithme générique de fouille de sous-haînes répé-

tées et leur intégration dans un algorithme par apprentissage. Ces travaux ont été publiés

dans Dupont et al. (2016). Nous avons également vu que ette struturation morpholo-

gique pouvait s'étendre presque à l'identique à une struturation syntagmatique, où er-

tains tokens réurrents, appelés tokens délenheurs, servent à marquer la présene d'une

entité nommée. Nous avons alors étudié les entités nommées struturées, où les entités

n'ont plus une struture linéaire, mais arborée. Nous avons développé pour haque type

de struturation des approhes spéi�ques a�n de répondre au problème. Nous avons éga-

lement omparé deux tehnologies, les CRF et les réseaux de neurones, a�n de répondre

à haune des tâhes que nous avons abordées.

Pour les struturations morphologique et syntagmatique, nous avons onçu une mé-

thode a�n d'extraire les éléments pertinents en se basant sur l'algorithme de la plus longue

sous-haîne ommune. Cet algorithme permettait d'extraire des éléments onstitutifs im-

portants d'une entité nommée. Ces éléments onstitutifs pouvaient se retrouver à deux

éhelles selon le domaine d'appliation. Ils pouvaient être réupérés à l'éhelle du token

lorsque la struturation souhaitée est de nature morphologique et à l'éhelle de la sé-

quene de tokens d'une entité nommée si la struturation voulue est syntagmatique. Ces

méthodes d'extration automatique ont été onçues a�n d'alimenter des systèmes à base

d'apprentissage, en leur fournissant des informations en entrée apables de les aider à

mieux identi�er les entités ibles. Nous avons montré les apports positifs de notre ap-

prohe dans les deux as. Ces travaux m'ont permis d'obtenir un système état-de-l'art sur

le FTB annoté en entités nommées ainsi que le prix du meilleur artile RECITAL à la

onférene TALN-RECITAL 2017 (Dupont, 2017).
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Nous avons également abordé les entités nommées struturées au sens syntaxique.

Nous avons vu que la tâhe est plut�t réente, les solutions proposées sur e type d'entités

nommées s'inspirent généralement de méthodes lassiques (parsing, asades de modèles

linéaires, et.) et demeurent assez peu nombreuses. Les asades de modèles sont les ap-

prohes ayant remporté les ampagnes ETAPE et Quaero (Dinarelli and Rosset, 2012;

Raymond, 2013). Plus partiulièrement, une asade de CRF avait déjà été proposée par

Raymond (2013). Une limitation des approhes à base de asades de modèles linéaires

venait de leur profondeur �xe. Tsuruoka and Ananiadou (2009) ont o�ert une propo-

sition pour l'analyse syntaxique, ette dernière ne pouvant se transposer à des arbres

d'entités nommées, "reux" par nature. Notre ontribution sur e point a été de forma-

liser les approhes par asades de CRF pour les entités nommées et de les étendre a�n

qu'une profondeur arbitraire puisse être atteinte. Ces travaux m'ont permis de publier

dans Dupont et al. (2017b).

Depuis quelques années, une ertaine onurrene s'est établie entre les réseaux de

neurones et les CRF. Nous avons voulu omparer dans ette thèse les deux approhes de

manière la plus juste possible. Bien que haque méthode ait ses avantages et ses inonvé-

nients, nous avons remarqué de manière quasi-systématique que les réseaux de neurones

avaient une meilleure qualité sur les entités inonnues que les CRF. Cela suppose que

les réseaux de neurones ont une meilleure apaité de généralisation que les CRF, un ré-

sultat également suggéré dans l'étude faite par Augenstein et al. (2017). Nous prévoyons

d'étudier plus en détail le pourquoi de ette meilleure généralisation dans des reherhes

futures. Nous savons déjà que le alul de représentations distributionnelles des tokens

(et, de plus en plus, des étiquettes) o�re aux réseaux de neurones une meilleure apaité

à prendre en ompte le ontexte que les CRF. Un éart se dessine plus nettement lorsque

les réseaux de neurones disposent de représentations préapprises, qui leur permet d'ob-

server un nombre onséquent de tokens di�érents et de apturer des informations �nes.

Les di�érenes de résultats observées en utilisant e type de représentations montrent

ependant plus la puissane de es dernières que du réseau qui les utilise. Comme nous

pouvons le voir dans le tableau 4.24 (lignes 3, 5 et 7), un CRF enrihi de lexiques a une

meilleure qualité qu'un NN enrihi de la même façon, mais l'utilisation de représenta-

tions préapprises permet au NN de dépasser le CRF en termes de qualité. Cette meilleure

généralisation o�erte par les réseaux de neurones enrihis de représentations préapprises

doit ependant être tempérée par divers fateurs. Le fateur le plus important est elui

du temps. En e�et, les CRF demeurent bien plus rapides à entraîner que les réseaux de
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neurones, les CRF étant des modèles bien plus simples en omparaison. À ette lenteur à

l'apprentissage s'ajoute également une lenteur à l'annotation, où les réseaux de neurones

sont bien plus lents que les CRF. Dans des adres où de très larges volumes de données

doivent être traités le plus rapidement possible, es ontraintes doivent être onsidérées

ave un même poids que la qualité pure des modèles.

Les notions de struturation dans les entités nommées o�rent enore aujourd'hui de

nombreux dé�s et demeurent un domaine très ouvert. Le premier d'entre eux étant la dé-

limitation de la notion d'une entité nommée. En e�et, haque dé� sur les entités nommées

apporte une dé�nition partiulière des entités nommées. Ces objets linguistiques ayant

un aratère très appliatif, il n'est pas rare que leur dé�nition soit souvent inadaptée

lorsque le domaine appliatif hange. De e premier problème déoule presque naturelle-

ment le seond : la disponibilité des orpus adaptés. Lorsque le domaine appliatif di�ère

signi�ativement de elui pour lequel des données annotées sont disponibles, il faudrait

idéalement reréer de nouvelles annotations, un proessus lent et très oûteux. Bien que

la plupart des orpus d'entités nommées soient gratuits pour un usage aadémique, ela

n'est pas forément le as dans un ontexte industriel

1

. Au delà même de la disponibi-

lité d'un orpus adapté à une appliation partiulière, la qualité du orpus annoté est

apitale. Bien que des mesures omme l'aord inter-annotateurs existent pour réduire les

risques d'annotations inohérentes, obtenir ette mesure n'est pas toujours évident. Parmi

les orpus ne disposant pas d'aord inter-annotateurs, on peut iter le orpus GENIA

(Kim et al., 2003) pour le domaine biomédial, le Frenh Treebank (Sagot et al., 2012) le

orpus CoNLL 2003 (Tjong Kim Sang and De Meulder, 2003).

Dans ette thèse, nous avons vu une forme de struturation des entités nommées. La

vision que nous avons pu en avoir ne ouvre ependant pas tous les formes de struturation

qu'il est possible de renontrer. Il existe par exemple des as omme � monsieur et madame

Maron �, pour lesquels l'on souhaiterait extraire deux entités di�érentes. Si l'on tient

ompte des titres de ivilité, la mention � monsieur Maron � n'est pas ontigüe et ne peut

pas être apturée par des méthodes linéaires pour extraire deux mentions. Cependant, es

deux entités peuvent être apturées très simplement si les di�érents éléments sont reliés

entre eux par des dépendanes syntaxiques. Ainsi, nous aurions � monsieur � relié à �

Maron � par le lien "titre", de même pour � madame �.

Une autre forme de struturation de l'information pour les entités nommées réside

dans la résolution de haînes de o-référenes. Par exemple, Emmanuel Maron peut être

1. Par exemple, les orpus CHIL (Mostefa et al., 2007) et ETAPE (Gravier et al., 2012) sont payants

même pour un usage aadémique
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référé dans un doument par "le président français" ou par di�érents pronoms, qu'il est

possible de relier à l'entité Emmanuel Maron dans le ontexte du doument. La résolution

de haînes de o-référenes permet d'avoir des informations partiulièrement utiles sans

lesquelles il n'est pas forément possible de résoudre le problème. En e�et la plupart du

temps, une entité nommée sera mentionnée par un pronom, de nombreuses relations ne

peuvent être extraites qu'en sahant que e pronom réfère bien à une entité nommée et

laquelle.

Atteindre un onsensus sur e que représente une entité nommée parait aujourd'hui

enore assez di�ile. Dans la ampagne d'évaluation Quaero, par exemple, � monsieur et

madame Maron � serait onsidéré omme un groupe de personnes. Plusieurs interpréta-

tions onurrentes sur e que représente une entité nommée existent aujourd'hui. Parmi

les points de divergene se trouvent, notamment :

� les entités reliées par un lien logique (et, ou, exlusion, "de ... à", "entre ... et") ;

� le nombre (singulier/pluriel) des entités ;

� la métonymie ;

� la o-référene.

Des travaux de normalisation des entités nommées ont ependant déjà été réalisés,

parmi lesquels nous pouvons iter Sekine et al. (2002); Galibert et al. (2011). Une pre-

mière idée serait de omparer les deux jeux d'entités nommées a�n de voir dans quelle

mesure les deux peuvent être rapprohés a�n d'o�rir un large panel d'entités nommées

qu'il serait possible d'extraire. Un inonvénient des types dé�nis par Sekine et al. (2002);

Galibert et al. (2011) est que la frontière d'entité nommée en devient plus �oue. En e�et,

dans es dé�nitions étendues, de nombreux noms ommuns peuvent être onsidérés omme

des entités nommées. Se pose alors la question de quelle est la frontière, Sekine et al. (2002)

admettent avoir dû faire des hoix arbitraires.

Une perspetive aux travaux e�etués au ours de ette thèse est la reonnaissane

de relations entre entités nommées. Des premiers travaux enore préliminaires ont été

e�etués en e sens, mais ils doivent être approfondis a�n d'obtenir des résultats probants.

Le temps que nous avons pu dédier à ette tâhe était restreint et le domaine réent. Nous

prévoyons de poursuivre nos reherhes dans e domaine, l'extration de relations étant

la tâhe suédant naturellement à la reonnaissane des entités nommées.

Outre don la disponibilité des orpus, il est important de onsidérer que les entités

nommées dépendent souvent de leur orpus et de leur modèle appliatif (Ehrmann, 2008).

Il s'ensuit don naturellement qu'il est apital de disposer d'outils a�n de permettre
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l'annotation de nouvelles données textuelles a�n de mieux répondre aux besoins appliatifs

auxquels sont soumis les entités nommées. Des méthodes existent pour améliorer à la

fois la vitesse d'annotation et l'aord inter-annotateurs, es méthodes sont la prinipale

perspetive de e travail.

6.2 Perspetives

6.2.1 SEM

Je prévois de poursuivre mes développements sur SEM, a�n de le rendre plus omplet,

autant au niveau des tâhes e�etuées que du nombre de langues traitées ou des formats

gérés. Il serait intéressant dans SEM de traiter les douments HTML. Une première implé-

mentation est faite mais doit enore être �nalisée pour être rendue disponible. Traiter e

type de �hiers permettrait de travailler sur des pages web a�n d'annoter des douments

libres omme eux de Wikipedia et de ses projets frères, omme wikinews, wikisoure et

wikibooks. Des exemples sont disponibles dans les �gures 6.1 pour le livre "À l'ombre

des jeunes �lles en �eurs" de Marel Proust, disponible sur wikisoure

2

et 6.2 pour Wi-

kipédia

3

. Les proédures d'apprentissage atif, dérites dans la setion 6.2.2, o�rent un

moyen d'annoter plus rapidement un maximum de livres a�n de fournir un grand vo-

lume de données annotées. Un projet dans lequel SEM pourrait être utilisé est le "Free

Frenh Treebank" de Hernandez and Boudin (2013), dont le but est de fournir un orpus

du français annoté et en perpétuelle évolution. Ce dernier omprend environ 2,5 millions

de tokens pour environ 87500 phrases. Pour l'instant, e dernier n'est annoté qu'en POS,

l'ajout des entités nommées serait don intéressant pour le projet, un problème du Frenh

Treebank en entités nommées étant sa taille plut�t faible. Ii aussi, les proédures d'ap-

prentissage atif permettraient de fournir des annotations de référene à un oût humain

moins important. Ces annotations fournies seraient triées par type de texte (journalis-

tique, littéraire, et.) et permettraient d'évaluer la robustesse des annotateurs appris sur

es données.

Un autre ajout à SEM serait l'intégration des dépendanes syntaxiques. En e�et, es

dernières sont utiles pour annoter les entités nommées ar elles permettent de apturer

des patrons linguistiques (Nguyen et al., 2016; Jie et al., 2017). Nous prévoyons d'utili-

ser des traits basés sur les dépendanes syntaxiques omme eux dé�nis par Mintz et al.

2. url du livre : https://fr.wikisoure.org/wiki/À_l'ombre_des_jeunes_filles_en_fleurs

3. url de l'artile : https://fr.wikipedia.org/wiki/Wikipédia
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Figure 6.1 � extrait de "À l'ombre des jeunes �lles en �eurs" de Marel Proust, annotée

par SEM. Livre disponible sur wikisoure.

Figure 6.2 � extrait de l'artile "Wikipédia" de Wikipédia français, annoté par SEM.

(2009), utilisés dans le adre de l'extration de relations. Dans e adre, es dépendanes

sont généralement utilisées en se référant à un ouple d'entités. Dans le as où es entités

doivent être identi�ées, il n'est pas possible de les utiliser à l'identique. Nous pouvons

ependant reonstituer des hemins de dépendanes. Ces derniers peuvent être de taille

�xe, ils seraient alors un ontexte gauhe et droit omme on le fait lassiquement pour

les tokens. Il est également possible de reréer le hemin jusqu'à des tokens ayant une a-

tégorie syntaxique intéressante, omme par exemple les verbes et les noms. Si un hemin

en dépendanes est retraé jusqu'à un verbe, il est possible d'utiliser la lassi�ation des

verbes de Dubois and Dubois-Charlier (1997), qui permettrait d'obtenir une généralisa-

tion de l'information intéressante omme le fait qu'un verbe soit un verbe de parole ou

d'ation.

Outre les extensions tenant de l'ingénierie, je ompte également enrihir SEM des

travaux e�etués durant ette thèse, prinipalement l'extration d'a�xes fréquents et

la struturation des entités nommées. SEM dispose déjà des répertoires dérits dans la

setion 4.3.1, mais tous les travaux présentés dans ette thèse n'ont pas enore eu la

possibilité d'être intégrés à SEM.

Comme nous l'avons vu préédemment, il existe des problèmes liés aux orpus annotés

en entités nommées, omme le manque de alul inter-annotateurs et l'annotation faite
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depuis zéro qui s'avère généralement oûteuse en temps. Dans la prohaîne perspetive,

nous explorons une piste a�n d'améliorer es aspets.

6.2.2 Apprentissage atif

Comme nous l'avons vu dans le hapitre 2, il est di�ile d'obtenir des orpus annotés

en entités nommées. Lorsque es orpus sont disponibles, il est également di�ile d'obtenir

des estimations de la qualité des annotations produites ar les aords inter-annotateurs

ne sont pas toujours alulés, par manque de temps ou de main d'÷uvre, ou utilisent

des métriques impréises. En plus de l'utilisation d'outils adaptés, il existe des tehniques

d'apprentissage automatique permettant d'aélérer le proessus d'annotation.

L'apprentissage atif (apprentissage atif) (Angluin, 1987; Kinzel and Rujan, 1990;

Baum, 1991; MaKay, 1992), est un type d'apprentissage semi-supervisé, dans lequel sont

utilisées autant des données annotées que non annotées. L'apprentissage atif repose sur

le prinipe qu'un apprenant (ii, un algorithme d'apprentissage automatique) est apable

de requêter un orale a�n d'obtenir la sortie véritable sur de nouvelles données non anno-

tées. Dans e type d'apprentissage, nous avons typiquement un grand volume de données

non annotées et très peu voire pas du tout de données annotées. L'apprentissage atif

est souvent utilisé dans le as où le oût d'annoter de nouvelles données est important

ou que les données annotées sont inexistantes malgré une tâhe onnue. Cette méthode

permet d'aélérer le proessus d'annotation ou de réduire le volume de données nées-

saires à aomplir une tâhe donnée. L'orale est généralement un être humain, mais il

peut également être une annotation de référene déjà onnue dans le as où l'on herhe à

mesurer la vitesse d'annotation ou le volume de données minimum néessaire. Le prinipe

général de l'apprentissage atif se résume dans une boule dans laquelle l'apprenant va

annoter des données inonnues et proposer les exemples les plus pertinents à l'orale a�n

d'enrihir le jeu de données annotées. Une illustration shématique de l'apprentissage atif

est disponible dans la �gure 6.3.

La séletion des exemples les plus pertinents est le point ruial de l'apprentissage

atif, qui in�uenera le nombre d'exemples néessaires et don la vitesse ave laquelle

un orpus annoté su�samment informatif pour l'algorithme d'apprentissage automatique

sera réé. Il existe diverses stratégies pour e�etuer ette tâhe, parmi lesquelles nous

pouvons iter :

� séletion par densité d'information (Settles and Craven, 2008), où les exemples

hoisis sont eux qui sont les plus di�érents de eux déjà observés par le passé.
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Figure 6.3 � Boule d'apprentissage atif.

� séletion par inertitude (Lewis and Gale, 1994), où les exemples hoisis sont eux

où l'apprenant est le plus inertain de ses déisions.

� séletion selon un omité (Mamitsuka et al., 1998), où un ensemble d'apprenants

est utilisé. Les exemples hoisis sont eux où les di�érents apprenants sont le plus

en désaord les uns ave les autres.

� séletion par hangement attendu du modèle, où les exemples hoisis sont eux

qui ont le plus grand potentiel d'apporter des hangements importants au modèle.

Le ritère de densité d'information (Settles and Craven, 2008), par exemple, séle-

tionne les exemples qui sont les plus di�érents de eux déjà observés par le passé.

Claveau and Kijak (2017) propose quant à eux une méthode adaptée aux CRF,

se basant sur la proportion des features (le nombre N de features apparaissant X

fois), les phrases séletionnées étant elles permettant le plus de se rapproher de

la répartition des fontions aratéristiques déjà observées.

L'intérêt de l'apprentissage atif est multiple. Premièrement, il permet l'aélération

du proessus d'annotation en proposant des annotations andidates aux annotateurs hu-

mains qui peuvent simplement les orriger plut�t que de devoir les réer. Bien évidemment,

dans le adre de la reonnaissane des entités nommées, toutes les annotations ne sont pas

retrouvées par l'algorithme d'apprentissage, mais il est largement observé que le proes-

sus d'annotation en devient moins oûteux. Il est généralement reonnu que les systèmes

entraînés en suivant une proédure d'apprentissage atif atteignent une meilleure qualité

ave moins de données (Settles, 2011). Ce gain de vitesse et ette rédution de la quantité

de données requises pour une meilleure qualité laisse également supposer plus de possibi-

lités pour le alul d'un aord inter-annotateurs, et que et aord sera plus important,

e qui laisse roire à une meilleure qualité de l'annotation.

Il a également été montré que l'apprentissage atif permet d'annoter ave plus de
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failité les langues peu dotées (Garrette et al., 2013). Cette méthode semble don aller

partiulièrement de pair ave l'apprentissage automatique de manière générale, dont la

fore est la grande adaptativité.

Dans le adre de la reonnaissane des entités nommées, où il est di�ile d'obtenir des

données annotées et une évaluation de es annotations, l'apprentissage atif est une piste

de reherhe sérieuse qui permettrait d'améliorer grandement la quantité et la qualité des

orpus disponibles. Cela permet également d'envisager la prodution de orpus dans des

langues peu dotées, pour lesquelles des ressoures sont partiulièrement di�iles à obtenir.

À notre onnaissane, il n'existe auune méthode par apprentissage atif qui soit étu-

diée pour e�etuer de l'annotation struturée, les méthodes existantes supposent en e�et

une annotation non struturée. Or, omme nous l'avons vu, il est presque impossible de

se passer de toute forme de struturation dans le adre de la reonnaissane des entités

nommées. La struturation des entités nommées pose des questions intéressantes dans

le adre de l'apprentissage atif. Par exemple, quelles annotations doit montrer l'algo-

rithme ? Reprenons l'exemple de la �gure 4.8. L'approhe la plus immédiate serait de

faire annoter à l'utilisateur des arbres entiers. Cette approhe a ependant le problème

d'être partiulièrement longue dans les premières itérations. Nous avons également vu que

le problème prinipal des méthodes par apprentissage demeurait le silene, e qui laisse

supposer plus de travail du �té de l'annotateur, don une annotation moins rapide.

Peut-on imaginer une proédure alternative pour annoter plus rapidement dans un

premier temps ? Nous pourrions supposer que l'utilisateur n'annote d'abord que les om-

posants les plus simples et qu'un système à base de règles puisse donner des suggestions,

même bruitées ? Pour l'exemple de la �gure 4.8, il est tout à fait envisageable de n'an-

noter que les omposants qui onstituent les feuilles de l'arbre et d'appliquer ensuite des

règles simples pour reonstruire l'arbre entier et le proposer à l'utilisateur pour validation.

Lorsqu'un ertain nombre d'exemples simples auront été annotés, nous pourrions alors re-

passer à une manière plus lassique d'annoter. La suggestion de ette annotation pourrait

même se faire au moment de l'annotation : par exemple, lorsqu'un prénom suivi d'un nom

sont annotés, le système pourrait automatiquement proposer une annotation de personne

les reouvrant tous les deux. Beauoup d'entités nommées struturées sont régies par des

règles simples, la suggestion au moment de l'annotation permettrait aux annotateurs d'al-

ler beauoup plus vite. Même si es suggestions ne peuvent pas être systématiquement

faites, il semble improbable qu'elles ralentissent le proessus d'annotation.

Lorsque des arbres doivent être annotés, se pose également la question de omment
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les annoter. Doit-on annoter de manière top-down (de la raine aux feuilles) ou de ma-

nière bottom-up (des feuilles à la raine) ? Dans le as des annotations Quaero, ertains

omposants sont di�iles à identi�er de prime abord (typiquement eux ayant les plus

grands manques à gagner dans le tableau 5.9), mais le sont plus simplement une fois les

entités qui les reouvrent identi�ées. Parmi les travaux déjà e�etués sur l'apprentissage

atif d'annotations struturées, nous pouvons iter Hwa (2004) qui propose de nombreux

ritères pour la séletion de nouveaux exemples non-annotés. Nous pouvons aussi iter

Baldridge and Osborne (2004), qui proposent un ritère de réutilisabilité des annotations

par d'autres modèles a�n de réduire la quantité d'annotations.

De manière générale, l'apprentissage atif pour les entités nommées struturées pose

di�érentes questions lorsqu'il doit être e�etué par un être humain (plut�t que simulé

par une mahine). L'humain doit-il annoter omplètement les entités struturées ? Com-

ment l'être humain trouve-t-il plus naturel d'annoter ? Doit-on onevoir des approhes

spéi�ques pour l'apprentissage atif des entités nommées struturées ? Il semble di�ile

de répondre à es questions sans tester de manière empirique les di�érentes approhes.

Nous entendons étudier ette problématique à l'avenir. Elle soulève di�érentes questions

pour lesquelles des éléments de réponse pourraient rendre plus simple la onstitution de

données annotées à la qualité plus erti�able.

6.2.3 Plus loin que les entités : relations et base de onnaissanes

Dans ette perspetive, nous irons plus loin que l'extration des entités nommées, en

extrayant leurs relations. L'extration de relations entre entités nommées est la suite lo-

gique de la reonnaissane des entités nommées. Il s'agit ii de struturer une onnaissane

à l'éhelle, non plus des syntagmes, mais du doument. Lorsque l'on extrait des relations

entre entités nommées, la struturation que l'on peut extraire omme au hapitre 5 peut

s'avérer partiulièrement utile. Si l'on herhe par exemple à savoir si deux personnes sont

apparentées, le fait qu'elles aient le même nom de famille est en général un bon indie.

Un autre indie intéressant pour établir la relation entre deux entités est la présene de

ertains tokens. La présene d'un token omme "frère" ou "s÷ur" entre deux personnes

est également un indie

4

pour déider si elles sont apparentées.

Dans ette perspetive, nous donnerons une vision du thème "onstrution automa-

tique d'une base de onnaissanes" du projet Multimedia Multilingual Integration (IMM)

de l'Institut de Reherhe Tehnologique SystemX (IRT SystemX). Le projet étant assez

4. la présene seule du token est rarement su�sante pour déider ave ertitude.
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onséquent et notre ontribution assez spéi�que, nous détaillerons don également des

ontributions d'autres membres du projet IMM en plus des n�tres a�n d'o�rir le portrait

minimal néessaire pour la ompréhension de la perspetive. Dans le adre de e projet,

nous avons aidé à produire une haîne de traitements a�n de onstruire automatiquement

une base de onnaissanes en partiipant au module d'extration de relations entre men-

tions d'entités nommées. Ces travaux menés dans le adre du projet IMM m'ont permis

de partiiper au dé� TAC-KBP 2016 (Rahman et al., 2017) ainsi que de ontribuer à une

démonstration à JEP-TALN 2016 (Mesnard et al., 2016).

Le projet IMM était pour moi une façon d'étudier l'une des appliations diretes des

entités nommées, à savoir la reherhe de relations entre entités, e qui m'a permis de

m'ouvrir à de nouvelles problématiques, de nouveaux dé�s ainsi qu'aux approhes pour y

répondre. J'étais à SystemX à hauteur de 20% de mon temps (1 jour par semaine) où j'ai

intégré de nouveaux modules dans le logiiel qui y était présent. Les travaux présentés

dans ette perspetive sont enore préliminaires.

Dans ette perspetive, nous détaillerons d'abord la tâhe à laquelle nous nous sommes

attaquée, à savoir l'extration de relations dans le adre du dé� TAC-KBP 2016. Nous

détaillerons ensuite l'approhe de supervision distante ave laquelle nous avons onstitué

un orpus d'apprentissage pour répondre à la tâhe. Puis, nous détaillerons l'outil que

nous avons utilisé pour déteter les relations entre mentions d'entités nommées, à savoir

MultiR, et omment nous l'avons on�guré pour répondre à la tâhe. Nous détaillerons

ensuite les résultats que nous avons obtenus et onlurons.

Extration de relations entre entités nommées

L'extration de relations est la tâhe onsistant à retrouver automatiquement dans un

doument les relations sémantiques qui lient des entités entre elles. Il s'agit d'une tâhe

très générique dont l'étendue est dé�nie étant donné un modèle appliatif et un orpus, à

l'instar des entités nommées qui onstituent la base de ette tâhe. Il n'y a don pas de

relations typiques existant entre les entités nommées, es relations sont dé�nies de manière

spéi�que selon un but ultérieur. Une représentation typique des relations entre entités est

le triplet RDF (Lassila et al., 1998) qui se dé�nit omme "sujet-prédiat-objet", le sujet

et l'objet sont deux entités et le prédiat est la relation sémantique les liant. Nous nous

intéressons ii au slot �lling, qui onsiste à fournir l'objet d'une relation étant donné un

sujet et un prédiat. Cette tâhe peut se formuler omme un système de question-réponse

où le but est de répondre à des questions de type � où est né X ? � (Surdeanu, 2013;
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Surdeanu and Ji, 2014).

L'extration de relations entre entités pose di�érents problèmes intéressants. Un pre-

mier est la multipliité des réponses. En e�et, il n'est pas rare que plusieurs objets soient

possibles pour un même ouple "sujet-prédiat", omme Bill Gates et Paul Balmer qui

sont tous deux fondateurs de Mirosoft. Un autre est la polysémie des entités. Par exemple,

� Bill Gates �, qui n'a pas l'air partiulièrement polysémique (tout le monde pense au

fondateur de Mirosoft), peut référer à de nombreuses autres personnes dans un annuaire

quelonque

5

, e nombre est sans doute bien plus élevé. Si l'on herhe alors à savoir où est

né � Bill Gates � à partir de données textuelles non annotées, nous devons nous assurer

que les Bill Gates que nous retrouvons dans le texte sont bien eux pour lequel la question

est posée. Un troisième, lié au préédent, est la multipliité des dénominations di�érentes

pour la même entité. En e�et le vrai nom de � Bill Gates � de Mirosoft est � William

Henry Gates III �. Ainsi, lorsqu'une mention d'une entité est trouvée dans le texte, il est

impératif d'établir le lien ave l'entité qu'elle dénote. L'établissement de e lien, appelé

l'entity linking, n'est pas l'objet de ette thèse et ne sera don pas détaillé outre mesure.

Des exemples de es deux relations sont donnés dans la �gure 6.4.

Mirosoft Corporation [...] , fondée par Bill Gates et Paul Allen .

founded_by

founded_by

William � Bill � Henry Gates III , né le 28 otobre 1955 à Seattle , [...]

ity_of_birth

Figure 6.4 � Deux exemples de relations. Le premier exemple répond à la question de

profondeur 0 � qui est le fondateur de Mirosoft ? �. Le seond répond à la question � où

est né Bill Gates ? �.

5. Wikipédia ontient 8 Bill Gates : https://en.wikipedia.org/wiki/

Bill_Gates_(disambiguation)
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Supervision distante pour l'extration de relations

Les données annotées sont une ressoure aussi rare que préieuse. Ces ressoures

tendent à être d'autant plus rares que la tâhe est di�ile. L'extration de relations entre

entités nommées est une tâhe plut�t omplexe en raison de la grande liberté quant aux

relations qui peuvent lier di�érentes entités nommées. Il y a en e�et très peu de relations

typiques reliant les entités nommées. À la di�ulté normale de onstitution d'un orpus

annoté s'ajoute don elle d'une tâhe très générique, dont l'étendue se révèle être très

variable. Démarrer de zéro l'annotation d'un orpus en relations entre entités nommées est

partiulièrement long et fastidieux, les entités nommées devant auparavant être annotées.

Il est possible de reprendre un orpus annoté en entités nommées, mais ela limiterait

grandement les relations qu'il serait possible d'extraire, toutes les entités nommées d'in-

térêt n'étant pas néessairement annotées. Par exemple, si nous herhons les lieux de

naissane des di�érentes personnes dans un orpus, les lieux d'intérêt peuvent être des

h�pitaux, don des bâtiments, qui sont rarement annotés.

Contrairement aux mahines, les humains ont un lot de onnaissanes qu'ils peuvent

utiliser (ou aquérir) pour répondre à une tâhe. Si la tâhe s'apparente à de la lassi�a-

tion ou de l'identi�ation, les humains sont notamment apables de donner des exemples

de représentants de haque lasse. Par exemple, un être humain peut iter des personnes,

des lieux, et. Le même prinipe s'applique aux relations entre entités : un être humain est

apable de donner des personnes nées à un endroit partiulier, des personnes mariées, et.

Ces onnaissanes peuvent alors être utilisées a�n de trouver des représentants potentiels

dans un orpus. Par exemple, si l'on sait que "Frane" est un pays, alors il est possible de

onsidérer l'ensemble des ourrenes de "Frane" omme un pays potentiel. De la même

façon, un être humain peut également iter des personnes nées en Frane, les personnes

mariées, la nationalité d'une entreprise, et. Cet ensemble de onnaissanes peut être uti-

lisé pour réupérer des ensembles de phrases d'exemples qu'il est alors possible d'utiliser

omme un orpus d'apprentissage. Le prinipe de générer un orpus annoté à partir d'un

ensemble de onnaissanes est appelé la supervision distante.

La supervision distante utilise des bases de onnaissanes, qui sont des bases de don-

nées servant à emmagasiner des données plus ou moins struturées représentant des faits,

ii des relations entre entités notées r(e1, e2). Par exemple, une base de onnaissanes

peut ontenir le fait fondateur(Richard Stallman, Free Software Foundation), qui

s'interprète omme � Rihard Stallman est le fondateur de Free Software Foundation �.

Considérant e fait, nous pouvons réupérer l'ensemble des phrases ontenant � Rihard
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Stallman � et � Free Software Foundation � et supposer qu'elles expriment la relation

"fondateur de" entre les mentions des deux entités. Si nous explorons par exemple Wiki-

pedia, nous pouvons trouver des phrases omme � En 1985, Rihard Stallman rée la Free

Software Foundation (FSF) �. En utilisant de larges bases de onnaissanes et de larges

quantités de textes, il est ainsi possible de réer un orpus annoté à moindre e�ort. L'un

des problèmes de la supervision distante est l'absene de garantie par rapport à la qualité

des phrases proposées par la méthode.

Multir pour l'extration de relations

Multir (Ho�mann et al., 2011) est un outil permettant d'e�etuer la reonnaissane

de relations entre entités à l'aide de la supervision distante (Mintz et al., 2009), ette

setion se base sur l'artile original de Multir. Ho�mann et al. (2011) émet l'hypothèse que

di�érentes phrases peuvent exprimer di�érentes relations pour le même ouple d'entités,

omme par exemple � Steve Jobs � et � Apple in. � pour lesquelles on peut exprimer au

hoix la relation de fondateur ou de direteur. Sa proposition ombine les deux éléments

suivants :

� l'extration de relation(s) au niveau du orpus, 'est-à-dire les relations entre deux

entités données. Si l'on se réfère à l'exemple préédent, les relations à donner se-

raient fondateur et direteur.

� l'extration d'une relation entre deux mentions d'entités (voir la �gure 6.4), 'est-

à-dire la relation exprimée entre deux mentions dans un pan de texte donné, ou la

valeur nulle si auune relation n'est exprimée à et endroit partiulier.

Multir prend en entrée :

1. C, un orpus d'entraînement ;

2. E, un ensemble d'entités mentionnées dans C, par exemple � Steve Jobs � ou �

Apple � ;

3. R, un ensemble de relations portant un nom, par exemple "fondateur", "date de

naissane" ;

4. ∆, un ensemble de faits, ii de la forme r(e) = r(e1, e2) tels que r ∈ R et e1, e2 ∈

E 6

;

et donne en sortie un modèle pour e�etuer l'extration.

Multir est un modèle graphique non dirigé modélisant la probabilité jointe, entre les

déisions à l'éhelle du orpus et elles à l'éhelle de la phrase, illustré dans le dessin de

6. tehniquement, Multir n'est pas limité aux relations binaires, mais nous nous y limiterons ii.
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gauhe dans la �gure 6.5. Pour haque paire d'entités e = (e1, e2) ∈ E × E il existe des

onnexions dans le modèle pour représenter haque instane d'une relation sur e. Il y a

une variable booléenne de sortie Y r, ∀r ∈ R, représentant si un fait r(e) est véri�é. Si

auune relation ne lie la paire d'entités e, Y r
vaudra alors 0 pour l'ensemble des r ∈ R.

Cet ensemble de lassi�eurs binaires permet de modéliser de multiples relations pour un

même ouple d'entités e.

Soit C(e1,e2) l'ensemble des phrases de C où e1 et e2 sont mentionnées. Pour haque

xi ∈ C(e1,e2) il existe une variable latente Zi pour haque r ∈ R et la valeur nulle (si

l'instane n'exprime pas de relation onnue). Un exemple de réseau instanié est donné à

droite dans la �gure 6.5.

Figure 6.5 � À gauhe, le modèle Multir représenté de manière générique. À droite, un

exemple d'instaniation du réseau pour la paire d'entités � Steve Jobs � et � Apple �.

Chaque Zi représente la relation à l'éhelle de la phrase, tandis que les Y j
représentent

les relations à l'éhelle du orpus. Exemple tiré de Ho�mann et al. (2011).

Conrètement, le modèle ombine une probabilité onditionnelle jointe sur deux va-

riables aléatoires :

� Y, la variable modélisant l'ensemble des relations entre deux entités à l'éhelle du

orpus ;

� Z, la variable modélisant l'ensemble des relations entre deux mentions d'entités à

l'éhelle de la phrase

dé�nie par l'équation 6.1.

p(Y = y, Z = z|x; θ) =
1

Zx

∏

r

φjoin(yr, z)

∏

i

φextract(zi, xi)
(6.1)

Où Zx est un fateur de normalisation, φjoin
une fontion aratéristique telle que

dé�nie dans l'équation 6.2 qui s'assure qu'au moins une phrase représente un fait r(e) :
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φjoin(yr, z) =







1 si yr = vrai ∧ ∃ i : zi = r

0 sinon
(6.2)

et φextract
, qui prend la forme :

φextract(zi, xi) = exp

(

∑

j

θjφj(zi, xi)

)

(6.3)

Où haque φj est une fontion feature similaire aux fk des CRF dans l'équation 3.12.

Elle vaut 1 si une on�guration entre l'entrée xi et la sortie à l'éhelle de la phrase zi est

observée. Des exemples de es fontions aratéristiques sont données dans le tableau 6.1.

φ1 := si (sortie = {founder} et tokens_entre="was founder of") renvoyer 1

sinon renvoyer 0

φ2 := si (sortie = {founder} et {tokens_entre="was founder of"+type_e1=Person

+type_e2=Company}) renvoyer 1

sinon renvoyer 0

Table 6.1 � Exemples de fontion aratéristique pour le premier exemple de la �gure

6.5.

À l'entraînement, Multir prend les entrées dé�nies plus haut. Le orpus étant onstruit

de manière semi-automatique selon une base de faits ∆, il traite les variables pour l'ex-

tration au niveau de la phrase Zi omme étant latentes, les variables Y r
de Y ne sont pas

observées diretement, mais déduites de ∆. L'ensemble d'apprentissage est dé�ni omme

étant un ensemble de paires {(xi, yi)|i = 1, .., n} où i est l'indie d'une paire d'entités

(ej, ek), xi est alors C(ej ,ek), yi est un veteur de booléens où le j-ième élément vaut 1 si

rj(ej , ek) ∈ ∆, 0 sinon. Le but est de trouver la on�guration des paramètres θ maximisant

la vraisemblane :

L(θ) =
∏

i

p(yi|xi; θ) =
∏

i

∑

x

p(yi, z|xi; θ) (6.4)

Cet objetif étant omplexe et passant mal à l'éhelle, deux approximations sont réali-

sées. La première est que l'entraînement se fait en ligne en itérant sur haque tuple (xi, yi),

plut�t qu'en estimant l'objetif global. La seonde onsiste à utiliser une approximation

de Viterbi où, à haque instant, seule la sortie la plus probable est alulée, le modèle

ne sera alors mis à jour que par rapport à ette prédition. L'algorithme 4 détaille la

proédure.

Dans le adre de KBP, nous n'avons pas utilisé l'inférene à l'éhelle du orpus, 'est-

à-dire Y , nous nous sommes ontentés d'inférer les relations à l'éhelle de la phrase,
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Algorithm 4 Algorithme d'entraînement de Multir

funtion Entrainement(C, E, R,∆)

⊲ soit l'ensemble d'apprentissage {(xi, yi)|i = 1, .., n} où i est l'indie d'une paire
d'entités (ej, ek), xi est alors C(ej ,ek), yi est un veteur de booléens en sortie.

initialiser veteur θ ← 0 ;

for t ∈ 1..T do ⊲ nombre d'itérations

for i ∈ 1..n do

(y′, z′)← argmax
y,z

p(y, z|xi; θ) ;

if y′ 6= yi then
z∗ ← argmax

z
p(z|xi, yi; θ) ;

θ ← θ + φ(xi, z
∗)− φ(xi, z

′) ;
end if ;

end for ;

end for ;

return θ ;
end funtion ;

autrement dit Z. Des algorithmes étaient utilisés plus tard pour regrouper les mentions

sous la même entité. Multir ne regroupe les mentions qu'à l'aide de leur forme de surfae,

e qui n'est pas forément intéressant, les mentions d'une même entités nommées pouvant

avoir des formes de surfaes di�érentes.

Comme dit préédemment, multir se base sur un jeu de traits devant être générés,

il onvient don d'utiliser des traits su�samment génériques pour être ouvrants, mais

su�samment préis a�n de limiter le bruit. Par exemple, utiliser les formes des entités

dont on herhe à extraire la relation est un trait préis, mais qui ne se généralise pas : il

a tendane à mener à un surapprentissage. À l'inverse, utiliser la séquene des atégories

syntaxiques des tokens entre les entités n'est pas un trait préis, mais va permettre d'ob-

tenir une bonne ouverture. La liste détaillée des traits utilisée par Mintz et al. (2009) est

partiellement dérite dans la �gure 6.6. Les traits que nous avons utilisés sont des traits

lexiaux :

1. les tokens, lemmes et atégories morphosyntaxiques à gauhe, entre et à droite des

mentions ;

2. es même tokens, mais �ltrés par atégorie : uniquement les noms et uniquement

les verbes ;

3. les types des entités ;

4. les types des entités ombinés à l'ensemble des autres traits ;

Il existe deux di�érenes prinipales entre le jeu de traits utilisé par Mintz et al. (2009)

et le n�tre. La première est l'utilisation de la lemmatisation, que Mintz et al. (2009)
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n'utilisent pas. La seonde est dans la ombinaison des di�érents traits utilisés par le

système : là où Mintz et al. (2009) utilisent des traits très préis, les n�tres demeurent

assez généraux. Prenons la première ligne du tableau 6.6 : ette ligne orrespond à un

seul trait dans le système de Mintz et al. (2009), tandis qu'elle orrespond à trois traits

di�érents dans le n�tre, haque ontexte étant onsidéré indépendamment.

Nous avons également voulu intégrer des traits se basant sur des dépendanes syn-

taxiques, mais n'avons pu �nir par manque de temps.

Type trait ontexte gauhe NE1 ontexte médian NE2 ontexte droit

lexial [℄ PERS [was born in℄ LOC [℄

lexial [Astronomer℄ PERS [was born in℄ LOC [,℄

lexial [<PAD>, Astronomer℄ PERS [was born in℄ LOC [, Missouri℄

syntaxique [℄ PERS [↑s was ↓pred born ↓mod in ↓pcomp.n ℄ LOC [℄

syntaxique [Edwin Hubble ↓lex.mod ℄ PERS [↑s was ↓pred born ↓mod in ↓pcomp.n ℄ LOC [℄

syntaxique [Astronomer ↓lex.mod ℄ PERS [↑s was ↓pred born ↓mod in ↓pcomp.n ℄ LOC [℄

syntaxique [℄ PERS [↑s was ↓pred born ↓mod in ↓pcomp.n ℄ LOC [↓lex.mod ,℄

syntaxique [Edwin Hubble ↓lex.mod ℄ PERS [↑s was ↓pred born ↓mod in ↓pcomp.n ℄ LOC [↓lex.mod ,℄

syntaxique [Astronomer ↓lex.mod ℄ PERS [↑s was ↓pred born ↓mod in ↓pcomp.n ℄ LOC [↓lex.mod ,℄

syntaxique [℄ PERS [↑s was ↓pred born ↓mod in ↓pcomp.n ℄ LOC [↓inside Missouri℄

syntaxique [Edwin Hubble ↓lex.mod ℄ PERS [↑s was ↓pred born ↓mod in ↓pcomp.n ℄ LOC [↓inside Missouri℄

syntaxique [Astronomer ↓lex.mod ℄ PERS [↑s was ↓pred born ↓mod in ↓pcomp.n ℄ LOC [↓inside Missouri℄

Figure 6.6 � exemples de features utilisées par Mintz et al. (2009)

TAC KBP

Nous avons évalué le modèle sur deux tâhes de la onférene TAC : Cold Start Slot

Filling (CSSF) et Slot Filler Validation (SFV). Ma partiipation se limitant à la première

tâhe, la seonde ne sera pas détaillée ii. La tâhe de CSSF prenait la forme d'un ensemble

de requêtes pour lesquelles il fallait retrouver la ou les ibles (appelés slots) d'une relation

dont la soure était donnée. Un exemple d'une telle requête est � qui est le fondateur de

Mirosoft ? �, à laquelle deux réponses sont possibles : Bill Gates et Paul Allen. CSSF se

déomposait en deux passes :

1. la première passe, où des requêtes diretes sont soumises. Un exemple d'une telle

requête serait � qui est le fondateur de Mirosoft ? �.

2. La seonde passe, où des requêtes indiretes sont soumises, en se basant sur les

requêtes de la première passe. Un exemple d'une telle requête serait � où est né le

fondateur de Mirosoft ? �.

Si le système a ommis une erreur sur la première requête, alors la réponse qu'il donnera

à la seonde le sera également. Dans CSSF, la première passe est dite de profondeur 0,

tandis que la seonde est dite de profondeur 1, elles sont toutes deux illustrées sur la �gure

6.4.
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L'ensemble des relations sur lesquelles les systèmes pouvaient être questionnés lors

de la tâhe CSSF sont disponibles dans le tableau 6.2. Une autre soure de di�ulté de

CSSF est que les relations ne sont pas néessairement ave des entités nommées ou même

des noms propres : nombre de relations demandaient une réponse dite nominale, qui est

au minimum un groupe nominal mais n'est pas une entité nommée à proprement parler.

C'est par exemple le as de la relation � ause de la mort �, pour laquelle l'élément textuel

à trouver n'est pas une entité nommée, mais un groupe nominal.

Relation Inverse(s)

per :hildren per :parents

per :other_family per :other_family

per :parents per :hildren

per :siblings per :siblings

per :spouse per :spouse

per :employee_or_member_of {org,gpe} :employees_or_members*

per :shools_attended org :students*

per :ity_of_birth gpe :births_in_ity*

per :stateorprovine_of_birth gpe :births_in_stateorprovine*

per :ountry_of_birth gpe :births_in_ountry*

per :ities_of_residene gpe :residents_of_ity*

per :statesorprovines_of_residene gpe :residents_of_stateorprovine

per :ountries_of_residene gpe :residents_of_ountry*

per :ity_of_death gpe :deaths_in_ity*

per :stateorprovine_of_death gpe :deaths_in_stateorprovine*

per :ountry_of_death gpe :deaths_in_ountry*

org :shareholders {per,org,gpe} :holds_shares_in*

org :founded_by {per,org,gpe} :organizations_founded*

org :top_members_employees per :top_member_employee_of*

{org,gpe} :member_of org :members

org :members {org,gpe} :member_of

org :parents {org,gpe} :subsidiaries

org :subsidiaries org :parents

org :ity_of_headquarters gpe :headquarters_in_ity*

org :stateorprovine_of_headquarters gpe :headquarters_in_stateorprovine*

org :ountry_of_headquarters gpe :headquarters_in_ountry*

Table 6.2 � la liste des relations dans la tâhe CSSF.

Pour onstituer notre orpus d'apprentissage, nous avons d'abord réupéré un en-

semble de faits orrespondant au modèle KBP. Notre premier essai s'est basé sur Freebase

(Bollaker et al., 2008), ependant trop de faits étaient manquants par rapport au modèle

KBP présenté dans le tableau 6.2. Nous avons don hangé de base de onnaissanes et

avons hoisi Wikidata (Vrande£i¢ and Krötzsh, 2014), que nous avons requêté a�n d'ob-

tenir l'ensemble le plus omplet de types et sous-types orrespondant au modèle KBP.

Nous avons pour ela analysé un dump de Wikidata et avons véri�é l'ensemble des rela-

178



tions entre deux entités a�n de voir si ette relation était onforme au modèle KBP. Si tel

était le as, nous avons ajouté les entités et la relation à notre propre base de faits. Nous

avons ensuite onstruit le orpus de phrases exprimant une relation. Nous avons utilisé

les textes soure du orpus TAC-KBP 2017 (atualité, blog, forum) (Surdeanu and Ji,

2014) omme données d'entrée pour produire un orpus annoté en relations. Nous avons

utilisé les logiiels Luxid a�n d'e�etuer la segmentation, l'analyse morphosyntaxique et

la reonnaissane d'entités nommées. Dès que nous trouvions deux mentions d'entités

nommées dans la même phrase et qu'une relation les liait dans notre base, nous avons

ajouté la phrase dans notre orpus ave les annotations orrespondantes.

Par manque de temps, nous n'avons pas pu e�etuer une revue du orpus réé. Lorsque

nous l'avons e�etuée, après le dé� TAC-KBP, il s'est avéré que les phrases d'exemples

que nous avions onstruites étaient du bruit dans la majorité des as.

Les résultats que nous avons obtenus dans le adre de CSSF ne sont pas très satis-

faisants. Pour les requêtes de profondeur 0 (les questions diretes), la f-mesure était de

1.09, le système n'a pas pu donner de réponse pour les requêtes de profondeur 1, donnant

une f-mesure globale de 0.73. Il est assez di�ile de omprendre les soures exates de es

erreurs, 'est-à-dire lesquelles imputer à des erreurs de reonnaissane d'entités nommées

ou des erreurs de lassi�ation de multir, KBP n'ayant pas donné de gold standard. Une

première piste ependant peut être explorée : tous les partiipants ont reçu les résultats du

LDC, qui est en fait un groupe d'annotateurs humains ayant rempli la tâhe manuellement

dans les mêmes délais que les équipes partiipantes. Nous pouvons utiliser les exemples

évalués de ette équipe a�n de quanti�er au mieux les erreurs selon le shéma suivant :

� les entités ont-elles été retrouvées par le système de REN?

� si tel est le as, ont-elles été orretement typées ?

� quelle est la réponse de multir ?

� si multir n'a pas donné de réponse (annotation none), omment évaluer humaine-

ment la relation ?

Nous avons voulu évaluer les auses de es résultats modestes. La majorité de es

résultats peuvent s'expliquer par le manque de maturité de la haîne de traitements.

Les exemples réupérés selon la proédure d'apprentissage distant étaient prinipalement

des faux positifs, 'est-à-dire que l'algorithme apprenait sur des données bruitées. Nous

avons voulu étudier l'impat de la qualité de l'extration des entités nommées, mais au

vu des faibles résultats, ette évaluation n'aurait pas pu apporter d'éléments de réponse

pertinents.
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6.2.4 Conlusion

Dans le domaine de la reherhe de relations entre entités nommées, nous avons dé-

taillé notre partiipation au dé� TAC KBP, plus partiulièrement la tâhe old start slot

�lling. Nous nous sommes onentrés sur notre apport dans ette tâhe, e dernier por-

tant prinipalement sur la détetion de relations entre mentions d'entités nommées dans

une phrase donnée. Nous avons pu obtenir un système fontionnel e�etuant un traite-

ment des données textuelles jusqu'à la reonnaissane de relations, mais avons manqué

de temps pour approfondir l'état-de-l'art et pour onstruire un système aux performanes

su�santes. Ces travaux étaient préliminaires à l'heure de l'ériture de ette thèse et ont

permis d'obtenir une base de travail devant être améliorée.

Nous avons plusieurs pistes d'amélioration pour notre système. Premièrement, nous

pensons améliorer la qualité des exemples obtenus par supervision distante. En e�et, de

nombreux exemples obtenus par une implémentation naïve étaient des faux positifs, ren-

dant impossible l'apprentissage d'un modèle d'extration de relations orret. Plus préi-

sément le ritère pseudo-relevane feedbak proposé par Xu et al. (2013) nous a intéressé,

e dernier ayant pour but de réduire le nombre de faux négatifs, e qui nous permettrait

d'obtenir des ensembles d'exemples plus pertinents. Nous pourrons alors étudier plus en

détail le reste du système. Nous n'avons pas pu intégrer les dépendanes syntaxiques pour

TAC KBP, une première amélioration de e �té serait don de �naliser leur intégration

dans le système. Les traits que nous avons utilisés étaient également assez basiques : en

e�et, la littérature utilise des onjontions de di�érentes observations a�n d'obtenir des

systèmes plus performants, où nous n'avons utilisé que des observations de façon sépa-

rée. Le système utilisé pour la tâhe Slot Filler Validation utilisait d'autres informations

omme des tokens délenheurs trouvés dans les phrases pour identi�er les relations les

plus pertinentes à l'éhelle des entités. Ces informations sont intéressantes pour identi�er

les relations entre mentions d'entités à l'éhelle de la phrase.
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Annexes

SEM

<? xml version="1.0" enoding="UTF-8" ?>

<master>

<pipeline>

<segmentation name="fr" />

<enrih on�g="pos.xml" />

<label model="models/POS" �eld="POS" />

<lean_info to-keep="word,POS" />

<label model="models/hunking" �eld="hunking" />

<enrih on�g="NER.xml" />

<label model="models/NER" �eld="NER" />

<lean_info to-keep="word,POS,hunking,NER" />

<export format="html" pos="POS" hunking="hunking"

ner="NER" lang="fr" lang_style="default.ss" />

</pipeline>

</master>

Figure 6.7 � Spéi�ation d'un pipeline de SEM. Les pipelines permettent de dé�nir une

séquene de traitements ainsi que ertaines options globales.

<? xml version="1.0" enoding="UTF-8" ?>

<information>

<entries>

<before>

<entry name="word" />

<entry name="POS" />

</before>

<after>

<entry name="NE" mode="train" />

</after>

</entries>

<features>

<nullary name="lower" ation="lower" display="no" />

<unary name="starts-with-upper" ation="isUpper">0</unary>

<ditionary name="title" ation="token" path="title.txt" entry="lower" />

<�nd name="VerbForward" ation="forward" return_entry="word">

<regexp ation="hek" entry="POS">�V</regexp>

</�nd>

</features>

</information>

Figure 6.8 � exemples de �hier de génération de features de SEM, il est utilisé par

le module enrih. Il permet de rajouter des desripteurs qui seront alors utilisés par les

algorithmes par apprentissage automatique.
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Figure 6.9 � l'interfae graphique de SEM pour l'annotation.

Extration de relations

Adapter et intégrer des dépendanes syntaxiques

Dans le adre de l'extration de relations, l'analyse en dépendanes syntaxiques per-

met l'obtention de bons résultats, omme l'a souligné Bah and Badaskar (2007). Elle

permet notamment d'établir des liens plus préis entre deux éléments du texte qu'une

simple analyse de leur ontexte gauhe et droit. Pour e�etuer ette analyse, nous avons

utilisé le MaltParser (Nivre et al., 2006) que nous avons entraîné sur le orpus Univer-

sal dependenies (UD) (Nivre et al., 2016). Cette analyse dépend de la segmentation des

tokens et leur analyse morphosyntaxique, qui sont deux points sur lesquels les systèmes

tendent à di�érer régulièrement.

Le orpus Universal Dependenies a pris le parti d'e�etuer une segmentation plut�t

importante des tokens (par exemple, les tirets sont isolés) et de baser l'annotation mor-

phosyntaxique sur le Stanford. Cela pose deux problèmes, Le premier est un problème au

niveau des annotations en elles-mêmes, que l'on peut aisément adapter. Le seond, plus

ompliqué, est la di�érene entre les segmentations des di�érents systèmes. Le but étant

de pouvoir utiliser de nombreux systèmes d'analyse en entrée, nous ne devions pouvoir

nous adapter au mieux au système utilisé. Le hoix que nous avons retenu dans le adre

de l'analyse en dépendanes a été d'adapter le orpus UD a�n qu'il soit ohérent ave le

système lui servant d'entrée, autant au niveau de la segmentation que de l'annotation,

omme illustré dans la �gure 6.10. Pour e faire, nous avons mis en plae un proessus

permettant d'adapter le orpus à un système donné fontionnant selon es grandes passes :
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1. analyser le orpus ave un système S

2. aligner les phrases de S ave elles du orpus UD

3. aligner les dépendanes du orpus UD ave la segmentation fournie par S

Des di�érenes peuvent émerger sur les segmentations en phrases lors de l'analyse

par un système donnée. En e�et, ertains déoupages e�etués dans le orpus UD ne

orrespondent pas à des phrases à proprement parler, es derniers étant e�etués au niveau

de toutes les pontuations fortes sans exeption, e qui inlut notamment les deux-points.

En e qui onerne l'alignement des dépendanes sur la segmentation d'un système, nous

avons dégagé trois types de di�érenes de segmentation, haun étant traité de façon

partiulière :

1. le système fournit moins de tokens que le orpus =⇒ les tokens sont regroupés

ave la dépendane jugée la plus pertinente (f �gure 6.10, as bleu)

2. le système fournit plus de tokens que le orpus =⇒ des dépendanes de remplissage

"ompound" sont réées (f �gure 6.10, as vert)

3. si les segmentations sont inompatibles, la phrase est retirée ar l'analyse en dé-

pendanes devient inohérente =⇒ �gure 6.11, as rouge.

i do n't want it b/ of the tao bell dog

root

subj

aux

neg

dobj

ase

mwe

det

ompound

ompound

nmod

i don't want it b /  of the tao bell dog

root

subj

aux

dobj

ompound

ompound

ase

mwe

det

ompound

ompound

nmod

Figure 6.10 � En haut, l'exemple extrait d'Universal Dependenies. En bas, le même

exemple adapté au système Luxid.

Nous avons ainsi pu adapter un orpus d'analyse en dépendanes et e�etuer des ap-

prentissages ave e orpus nouvellement onstitué, nous avons entraîné les analyseurs
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we are the one's issuing the gtee and l/ .

root

subj

aux

det

advl

det

dobj



onj

punt

we are the one's issuing the gtee and l / .

root

subj

aux

det

advl

det

dobj



ompound ?

ompound ?

onj ?

punt ?

Figure 6.11 � exemple de segmentation inompatible. En haut, l'exemple extrait d'Uni-

versal Dependenies. En bas, la segmentation de Luxid.

sur le orpus UD ave l'algorithme eager, plus rapide ar en temps linéaire (ontre u-

bique), mais moins performant en termes de qualité des résultats. Nous avons don pu

adapter la tâhe d'analyse en dépendanes pour qu'elle orresponde mieux aux sorties de

nos analyseurs et avoir une suite de traitements qui demeurent ohérents les uns ave les

autres. Les résultats obtenus par l'analyseur en dépendanes adaptés aux outils Luxid

omparés à elui appris sur le orpus sans modi�ations sont donnés dans le tableau 6.3,

les résultats ont été alulés par MaltEval (Nilsson and Nivre, 2008). Nous pouvons noter

une légère amélioration des résultats sur les sores de dépendanes étiquetées, bien que

ela soit intéressant en soi, l'idée était plus d'avoir un analyseur ohérent ave les entrées

données, les résultats montrent bien que l'analyseur en dépendanes ainsi entraîné est

omparable en termes de qualité ave elui que nous aurions eu à l'aide d'annotations de

base, e qui prouve bien l'intérêt de la méthode.

UD Luxid

Labeled attahment sore 74.66 76.74

Unlabeled attahment sore 86.23 82.75

Label auray sore 80.74 83.84

Table 6.3 � omparaison des résultats des analyseurs en dépendanes.

Malheureusement, les dépendanes ne purent être �nalisées à temps pour le dé�

KBP, e qui ne nous a pas permis de tester leur importane. C'est l'une des raisons

pour lesquelles les résultats, que nous avons détaillés dans la setion 6.2.3 n'en tiennent

pas ompte. L'ajout des dépendanes syntaxiques aurait sans doute permis d'obtenir de

meilleurs résultats.
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Glossaire

A

A�xe aratéristique (d'un token) : a�xe d'un token aidant à sa désambiguisa-

tion dans le adre d'une tâhe d'étiquetage.

Analyse syntaxique : proessus par lequel la struture d'un texte est retrouvée.

B

Bootstrapped : voir asade bootstrapped

C

Casade bootstrapped : asade d'étiqueteurs appliquée de manière réursive.

Casade kikstarted : asade d'étiqueteurs se divisant en deux passes. La première

passe, non-réursive, fournit des annotations qui serviront de ontexte à la seonde passe,

quant à elle réursive.

Convolution : en TAL, on appelle une onvolution une ouhe ahée d'un réseau de

neurones permettant l'observation d'un ontexte à un instant donné. Pour le traitement

d'une séquene, ela équivaut à utiliser une fenêtre oulissante observant l'élément ourant

ainsi que son ontexte immédiat jusqu'à une distane donnée. Cette fenêtre a une taille

�xe N, et fournit, à haque instant de la séquene, une représentation dense de N éléments.

Couhe ahée : une ouhe ahée d'un réseau de neurones est une ouhe faisant

l'intermédiaire entre l'entrée et la sortie d'un réseau de neurones.
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D

Desripteur : information relative à un token, que l'on peut générer de manière

algorithmique.

Dropout : fontion de régularisation utilisée dans un réseau de neurones a�n de

limiter le surapprentissage. Elle assigne à un neurone une probabilité de rétention p, qui

sera alors dérohé à un instant t dans le réseau ave une probabilité 1− p.

E

Embedding : voir représentation vetorielle

G

Grammaire Hors Contexte Probabiliste : méthode d'apprentissage automatique

permettant de parser une séquene d'éléments selon une struture arborée.

Gradient : veteur de réels qui représente la généralisation de la notion de dérivée

pour les fontion à plusieurs paramètres.

H

Hidden layer : voir Couhe ahée

K

Kikstarted : voir asade kikstarted

L

LSTM : voir Long Short-Term Memory

Long Short-Term Memory : ouhe ahée réurrente d'un réseau de neurones. Elle

est utilisée pour traiter les données struturées. Elle utilise un système de portes (entrée,

oubli et sortie) ainsi qu'une mémoire interne a�n de ne faire transiter que les informations

utiles à travers le temps.
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P

PCFG : Probabisti Context-Free Grammar (voir Grammaire Hors Contexte

Probabiliste)

Préapprentissage : apprentissage non-supervisé d'une représentation vetorielle a�n

d'avoir une représentation meilleure que l'aléatoire.

R

Répertoire (de lexiques) : ensemble de lexiques lassés et triés, utilisés pour générer

des desripteurs. Un répertoire peut également fournir des desripteurs ambigus si un

même token appartient à deux lexiques di�érents.

Représentation vetorielle : veteur servant à représenter mathématiquement un

élément d'un ensemble. En TAL, typiquement, sont utilisées des représentations veto-

rielles de mots alulées à partir d'une analyse distributionnelle sur un large orpus non

annoté.

T

Token : unité de segmentation atomique dans le traitement des séquenes.

Token délenheur : token servant de ontexte fort à une entité nommée.
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la struturation dans les entités nommées

La reonnaissane des entités nommées est une disipline ruiale du domaine du TAL. Elle sert

à l'extration de relations entre entités nommées, e qui permet la onstrution d'une base de

onnaissanes (Surdeanu and Ji, 2014), le résumé automatique (Nobata et al., 2002), et. Nous

nous intéressons ii aux phénomènes de struturations qui les entourent.

Nous distinguons tout d'abord deux types d'éléments struturels dans une entité nommée.

Les premiers sont des sous-haînes réurrentes, que nous appellerons les a�xes aratéristiques

d'une entité nommée. Le seond type d'éléments est les tokens ayant un fort pouvoir disriminant,

appelés des tokens délenheurs. Nous détaillerons l'algorithme que nous avons mis en plae

pour extraire les a�xes aratéristiques, que nous omparerons à Morfessor (Creutz and Lagus,

2005b). Nous appliquerons ensuite notre méthode pour extraire les tokens délenheurs, utilisés

pour l'extration d'entités nommées du français et d'adresses postales.

Une autre forme de struturation pour les entités nommées est de nature syntaxique, d'im-

briations ou arborée. Pour identi�er automatiquement ette struturation, nous proposons un

type de asade d'étiqueteurs linéaires qui n'avait jusqu'à présent jamais été utilisé pour la re-

onnaissane d'entités nommées. Elles généralisent les approhes préédentes qui sont apables

de reonnaître uniquement des entités de profondeur limitée ou qui ne peuvent pas modéliser

ertaines partiularités des entités nommées struturées.

Tout au long de ette thèse, nous omparons deux méthodes par apprentissage automatique, à

savoir les CRF et les réseaux de neurones, dont nous présenterons les avantages et inonvénients.

mots lés : reonnaissane des entités nommées, entités nommées struturées, apprentissage

automatique, hamps aléatoires onditionnels, réseaux de neurones

struturation in Named Entities

Named entity reognition is a ruial disipline of NLP. It is used to extrat relations between

named entities, whih allows the onstrution of knowledge bases (Surdeanu and Ji, 2014), au-

tomati summary (Nobata et al., 2002) and so on. Our interest in this thesis revolves around

struturing phenomena that surround them.

We distinguish here two kinds of strutural elements in named entities. The �rst one are

réurrent substrings, that we will all the harateristi a�xes of a named entity. The seond

type of element is tokens with a good disriminative power, whih we all trigger tokens of named

entities. We will explain here the algorithm we provided to extrat suh a�xes, whih we will

ompare to Morfessor (Creutz and Lagus, 2005b). We will then apply the same algorithm to

extrat trigger tokens, whih we will use for Frenh named entity reognition and postal address

extration.

Another form of struturing for named entities is of a syntati nature, where entities typially

have a tree struture. We propose a novel kind of linear tagger asade whih has not been used

before for strutured named entity reognition, generalising other previous methods that are only

able to reognise named entities of a �xed depth or unable to model ertain harateristis of

the struture. Ours, however, an do both.

Throughout this thesis, we ompare two mahine learning methods, CRFs and neural net-

works, for whih we will ompare respetive advantages and drawbaks.

keywords : named entity reognition, strutured named entities, mahine learning, onditional

random �elds, neural networks
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