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Résumé La découverte de contingences sensorimotrices et leur structuration
en compétences sont des enjeux importants en robotique. En particulier, on
souhaite pouvoir apprendre ainsi des compétences qui soient à la fois riches
sémantiquement et aussi générales que possible.

Cette thèse s’est intéressée à la question du regroupement de compétences
robotiques en compétences plus générales. Après avoir posé formellement les
notions que l’on peut trouver dans la littérature de compétence et de compé-
tence paramétrée, nous avons relié les compétences paramétrées aux modèles
inverses et nous nous sommes inspirés du dualisme entre modèles directs et
inverses pour proposer un formalisme dual, les compétences paramétrées di-
rectes.

Nous avons ensuite entrepris de déterminer quand il était ou non pertinent
de réunir des compétences au sein d’une même compétence paramétrée directe.
Le problème est alors ramené à un problème de régression, et des algorithmes
s’inspirant du principe du rasoir d’Ockham sont proposés pour y chercher une
solution sous la forme d’un mélange d’experts de complexité minimale. Ces
algorithmes sont ensuite appliqués à des données de manipulation d’objets en
simulation.

Title Merging Robotic Skills into More General Skills

Abstract The discovery of sensorimotor contingencies and their structura-
tion into skills are both important topics in the field of robotics. In particular,
robots need the ability to learn skills which are both semantically rich and as
general as possible.

During this thesis, we studied the question of merging robotic skills into
more general skills. After formally defining the notions that can be found in
the litterature of skills and parameterized skills, we established a link between
paramaterized skills and inverse models, then mirrored the dualism between
forward and inverse models to propose a dual type of parameterized skills:
forward-parameterized skills.

We went on to determine when merging skills into a forward-parameterized
skill is relevant and when it’s not. The problem is then formulated as a re-
gression problem, and algorithms inspired by the Occam Razor principle are
proposed to find a mixture of experts that solves it with minimal complexity.
Those algorithms are then applied to simulated object-manipulation data.

Keywords robotics, skills, tasks, transfer, generalization
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Introduction

Contexte

De la fiction à la réalité

Qu’est-ce qu’un robot ? Si tous ne s’accordent pas sur une définition précise,
on peut toutefois avancer qu’un robot est avant tout un travailleur artificiel ; le
mot “robot” vient lui-même du tchèque “robota”, qui signifie “travail, besogne,
corvée”. Du temps où les robots n’existaient encore que dans la fiction, qu’une
œuvre mette en avant les risques que peut présenter une telle technologie ou
les moyens d’y faire face, le robot est toujours pensé au départ comme un
machine dont le rôle est de remplacer l’homme dans toutes les tâches ingrates
ou dangereuses, voire de supprimer le besoin même pour l’homme de travailler
(cf. Figure 1).

Figure 1 – Une scène de R.U.R (Rossum’s Universal Robots), pièce de théâtre
écrite en 1920 par l’auteur tchèque Karel Čapek et dans laquelle le mot robot
apparut pour la première fois. Les robots y sont des machines biologiques à
l’apparence humaine, qui travaillent et font la guerre à la place des hommes.
Lorsque les hommes les dotent de la capacité d’éprouver émotions et senti-
ments, les robots prennent conscience de leur condition et se révoltent contre
l’humanité, qu’ils finissent par remplacer.

1



Contexte

C’est donc sans surprise que dans les années 1960, lorsque les premiers ro-
bots industriels font leur apparition dans les chaînes de production automobile
(cf. Figure 2) et que la recherche en intelligence artificielle vient d’entrer dans
son premier âge d’or, nombreux sont ceux qui s’attendent à ce que la décennie
qui suit voie les robots investir peu à peu tous les domaines de la production
et s’occuper des tâches ménagères.

Figure 2 – Unimate, le premier robot industriel. Il fut vendu à par-
tir de 1961 par Unimation, et est utilisé pour la première fois sur les
lignes d’assemblage de General Motors. Photographie mise à disposition par
http ://www.computerhistory.org

Malheureusement, il n’en est rien. Malgré de nombreux progrès réalisés
en intelligence artificielle, notamment dans la manipulation de symboles, la
recherche se heurte à un mur : donner à des machines la capacité d’établir
des raisonnements logiques poussés ne suffit pas à leur donner une intelligence
similaire à l’homme et — contrairement à ce à quoi on pourrait s’attendre —
il s’avère bien plus difficile pour une machine d’identifier une pièce d’échec sur
une photographie que de décider le prochain coup à jouer. Les chercheurs se
voient en effet dans l’incapacité de donner à un robot une “culture générale”,
qui permettrait de mettre en correspondance le monde réel (perçu via divers
capteurs) avec des symboles que celui-ci saurait manipuler (c’est le problème
du fondement des symboles, ou symbol grounding en anglais). Incapable de
répondre aux attentes démesurées qu’il a suscité, le domaine essuie les critiques
et les années 1970 marquent le premier hiver de l’intelligence artificielle.

On assiste dans les années 1980 à un renouveau de l’intelligence artificielle,
qui rentre dans son second âge d’or avec l’apparition des systèmes experts :
bien qu’il reste impossible de donner une “culture générale” à un robot, il est

2 Adrien Matricon



Introduction

en revanche possible — en se plaçant dans un environnement contrôlé pour
réaliser une tâche bien identifiée — de fournir au robot les connaissances spé-
cifiques, c’est-à-dire l’expertise, dont il a besoin pour réaliser cette tâche. Cette
approche permet aux robots d’investir de nouveaux secteurs de la production,
mais finit cependant par trouver ses limites : rendre un robot expert dans
la réalisation d’une tâche donnée demande du temps et un personnel qualifié,
suite à quoi le robot doit travailler dans un environnement contrôlé. La mise en
place d’un robot expert est donc lourde, ce qui limite fortement la rentabilité
d’une robotisation pour la plupart des postes. Les robots restent par consé-
quent cantonnés à certaines tâches dans les usines, et ce jusqu’à aujourd’hui.
Ils sont encore bien loin de trouver leur place dans nos foyers.

Du robot expert au robot domestique ?

Imaginons un instant qu’il existe des robots domestiques à destination du
grand public, qui puissent s’occuper des tâches ménagères ou rendre divers
services dans les foyers. Un utilisateur pourrait donner à son robot la consigne
suivante : “va à la cuisine me chercher une bouteille de jus de fruits dans le
réfrigérateur”. Pour être capable d’exécuter cette consigne, d’apparence simple,
de nombreux sous-problèmes devraient être résolus par le robot : identifier les
mots employés par l’utilisateur, en déduire le sens de la phrase, être capable de
se déplacer dans l’espace, etc(cf. Figure 3). En particulier, il est nécessaire que
le robot soit capable d’identifier le réfrigérateur dans la cuisine et d’interagir
avec celui-ci.

Dans un environnement contrôlé, où l’on sait exactement de quel modèle
est le réfrigérateur (donc sa forme, ses dimensions, sa couleur, etc) et ce à quoi
ressemble la cuisine, un ingénieur peut utiliser sa connaissance de l’environne-
ment pour donner au robot une expertise spécifique à la situation, et le munir
de moyens d’accomplir sa tâche qui reposent sur des connaissance a priori de la
cuisine et des objets qui s’y trouvent (exemple : aller à une position prédéfinie,
ajuster sa position par rapport au plus grand objet rectangulaire blanc dans
le champ de vision de la caméra, réaliser des actions prédéfinies pour ouvrir
la porte du réfrigérateur). Tout ceci serait possible si nous avions affaire à
un robot d’usine, mais nous sommes ici dans un contexte fondamentalement
différent : un robot domestique à destination du grand public, probablement
produit en série. L’approche du robot expert n’est plus viable, car le robot
doit pouvoir accomplir sa tâche dans n’importe quelle cuisine et être capable
d’identifier et d’interagir avec le réfrigérateur indépendamment du modèle de
celui-ci (quelles que soient sa forme, sa couleur, ses dimensions, etc). Pour
pouvoir créer des robots domestiques, il faut donc changer radicalement d’ap-
proche.

La plupart des pistes explorées actuellement pour s’affranchir des limites
des systèmes experts reposent sur l’apprentissage statistique (machine lear-

La Généralisation de compétences robotiques 3



Contexte

Figure 3 – Lorsque l’utilisateur lui demande d’aller lui chercher du jus de
fruit au réfrigérateur, le robot doit résoudre de nombreux sous-problèmes, no-
tamment identifier le réfrigérateur dans la cuisine et le jus de fruits à l’intérieur
de celui-ci.

ning en anglais), un domaine de l’intelligence artificielle fondé vers la fin des
années 1950 et visant à permettre à des machines d’accomplir des tâches pour
lesquelles elles n’ont pas été explicitement programmées. On peut distinguer
deux utilisations distinctes du machine learning en robotique. La première
consisterait dans l’exemple précédent à rassembler autant de données que pos-
sible sur des réfrigérateurs de modèles divers, puis à entraîner des algorithmes
d’apprentissage sur ces données de façon à faire émerger des connaissances gé-
nérales permettant d’identifier ou d’interagir avec un réfrigérateur de modèle
quelconque. L’apprentissage permettrait donc ici l’acquisition d’une expertise
bien plus générale que celle qu’un humain pourrait formuler pour un robot ex-
pert. Cette approche, qui s’inscrit dans la lignée de celles visant à donner une
“culture générale” aux robots pour résoudre le problème du symbol grounding,
connaît un fort regain d’intérêt ces dernières années grâce à la disponibilité
de bases de données de grandes tailles, à l’augmentation de la puissance de
calcul des ordinateurs au fil de années et à de nombreux progrès réalisés en ap-
prentissage profond (un sous-domaine du machine learning), qui ont ensemble
permis d’obtenir des résultats qui semblent très prometteurs.

La seconde utilisation possible du machine learning en robotique, moins
ambitieuse, consiste à utiliser les algorithmes d’apprentissage non pas en amont
pour donner une “expertise générale” au robot, mais directement chez l’utili-
sateur pour permettre au robot d’acquérir sur place l’expertise nécessaire à la
réalisation des tâches qui lui sont confiées. Dans l’exemple précédent, le robot

4 Adrien Matricon



Introduction

apprendrait donc à identifier et interagir spécifiquement avec le réfrigérateur
de l’utilisateur. Si celui-ci dispose de plusieurs réfrigérateurs, une expertise
propre à chacun peut être acquise. Bien que cela ne soit pas strictement né-
cessaire, il est ensuite envisageable de rassembler ces expertises spécifiques en
une expertise plus générale.

La robotique développementale

S’inscrivant dans le cadre de la seconde approche décrite plus haut, la
robotique développementale est un domaine de recherche s’inspirant des mé-
canismes de la cognition humaine pour permettre à un robot d’apprendre à se
représenter son environnement et à interagir avec celui-ci. Similairement à ce
que l’on observe lors du développement de l’enfant (cf. Figure 4), le but est
alors de donner à un robot les moyens d’acquérir progressivement des connais-
sances de plus en plus complexes à l’aide de comportements exploratoires et
d’interactions sociales (un humain pouvant par exemple guider l’apprentissage
du robot tel que le ferait un parent ou un professeur).

Une problématique majeure en robotique développementale est celle de
l’exploration de l’espace sensorimoteur (c’est-à-dire des perceptions et des ac-
tions), et plus précisément de la découverte des contingences sensorimotrices
(c’est-à-dire de l’influence des actions du robot sur ses perceptions). L’utilisa-
tion de la structuration de ces contingences sensorimotrices constitue une piste
prometteuse pour donner à un robot les moyens de mettre en correspondance
son environnement avec des symboles qu’il soit capable de manipuler. Ainsi,
on peut voir comme l’acquisition d’une compétence l’apprentissage que fait le
robot à la fois d’une capacité à prédire les changements que vont provoquer
certaines de ses actions sur son environnement et d’une capacité à déterminer
comment produire ces changement via ses actions. Cette acquisition de com-
pétences peut ensuite permettre de découvrir les affordances (i.e. possibilités
d’action) de l’environnement en mettant en relation la perception de certains
éléments de celui-ci (e.g. , la forme d’une poignée) avec des compétences qui y
sont propres (e.g. , saisir la poignée). Les objets pourraient alors être définis
par les affordances qu’ils offrent au robot.

La Généralisation de compétences robotiques 5
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(a)

(b) (c)

Figure 4 – (a) Un forte inspiration pour la robotique développementale : les
étapes du développement de l’enfant. (b et c) Les robots iCub (b) et Poppy
(c), deux des plateformes robotiques les plus utilisées en robotique développe-
mentale.

Objectifs et contributions

Problème traité

Cette thèse s’inscrit dans la cadre de la robotique développementale. On y
considère un robot interagissant avec son environnement selon une démarche
exploratoire, et découvrant des contingences sensorimotrices qu’il cherche à
structurer en compétences. Les compétences ainsi trouvées peuvent être plus
ou moins générales (e.g. , des compétences dsoulever de 2cmc et dsoulever de
5cmc sont moins générales qu’une compétence dsoulever de n’importe quelle
hauteurc, dont elles sont des cas particuliers).

Plus une compétence est générale, plus elle est intéressante à découvrir.
En effet, une compétence générale couvre l’ensemble des compétences qui en
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sont des cas particuliers, qu’il s’agisse de compétences qui auraient pu être
découvertes à partir des interactions que le robot a eu avec son environnement
ou même de compétences ne correspondant à aucune interaction passée (en
interpolant ou extrapolant à partir des autres cas particuliers).

Ceci pose des questions majeures, auxquelles cette thèse tentera de ré-
pondre : quand peut-on regrouper des compétences en une compétence plus
générale ? Quand cela n’a t-il pas de sens ? Comment structurer les contin-
gences sensorimotrices en compétences les plus générales possibles ?

Contributions

Cette thèse a été l’occasion de poser plus formellement les notions de “com-
pétence” et de “compétence paramétrée”, et de les relier aux travaux visant à
partager des connaissances entre différentes situations d’apprentissage. Elle
relie également le concept de compétences aux notions de modèles directs et
de modèles inverses, permettant ainsi de définir un nouveau type de compé-
tences paramétrées — plus propice à un regroupement en des compétences plus
générales — et de ramener le problème de la structuration des contingences
sensorimotrices en compétences les plus générales possible à un problème de
régression.

Dans le cadre de cette nouvelle approche, apprendre des compétences para-
métrées revient à une régression vers une fonction localement régulière. Il s’agit
alors de chercher les portions du domaine de définition où celle-ci est régulière,
et pour chacun d’entre eux de construire explicitement un modèle local de la
fonction. Cette thèse propose pour cela un algorithme reposant sur une mini-
misation de complexité qui, de façon non supervisée et sans hyperparamètres
ou termes de régularisation, permet de réaliser cette régression.

Ces contributions ont fait l’objet d’une publication dans Matricon et al.
[2016], et une implémentation de l’algorithme en C++ a été mise en ligne sur
la plateforme GitHub, où elle est ainsi accessible à tous.

Organisation des chapitres

Le chapitre 1 établit la notion de compétence robotique, et situe les ap-
proches de généralisation de compétences parmi d’autres problématiques si-
milaires. Le chapitre 2 montre ensuite les limites de ce formalisme pour le
regroupement de compétences en compétences plus générales. Il propose une
extension de ce formalisme, qui fait émerger une approche duale permettant
de s’affranchir de ces limites et de ramèner le problème de la découverte et de
la généralisation des compétences robotiques à un problème de régression. Le
chapitre 3 dresse alors un état de l’art des algorithmes de régression et ques-
tionne leur adéquation dans le cadre de ce problème spécifique. Le chapitre
4 est enfin consacré à l’algorithme d’apprentissage que nous avons développé
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pour résoudre le problème — ainsi qu’à une version améliorée de celui-ci —
qui se veut plus approprié au cas de l’apprentissage des compétences que les
algorithmes vus au chapitre 3. Les résultats obtenus au moyen de celui-ci sont
présentés au chapitre 5.
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Chapitre 1

Les compétences robotiques

Considérons un agent robotique en interaction avec son environnement. Il
perçoit cet environnement à l’aide de capteurs, et influe sur celui-ci à l’aide
d’actionneurs. À la conception, on le munit de différentes façons de mettre en
œuvre ces actionneurs, qui constituent alors le répertoire d’actions du robot. Il
peut s’agir d’actions très simples comme des commandes motrices, ou d’actions
plus complexes comme des contrôleurs (e.g. , pour donner un certain angle à
une articulation, placer un membre du robot à une certaine position...). Selon la
forme que prennent ces actions, elles peuvent être exécutables depuis toutes les
configurations du robot et de son environnement, ou seulement depuis certaines
d’entre elles.

Au-delà des actions se trouvent les compétences (skills en anglais), qui
constituent une généralisation du concept d’action et sont généralement ap-
prises par le robot lui-même au cours de son fonctionnement. Il plane cepen-
dant un certain flou dans la littérature sur ce concept ; les définitions semblent
fluctuer d’un champ de recherche à l’autre voire d’un auteur à l’autre, selon le
contexte, les objectifs des travaux... Le terme “compétence” est le plus souvent
associé à la notion d’option, bien mieux définie dans la littérature scientifique,
et nous nous appuierons donc sur celle-ci pour définir formellement ce que nous
appellerons une compétence par la suite. Certains auteurs vont jusqu’à assi-
miler ces deux concepts, mais nous marquerons ici une légère différence entre
les deux.

1.1 Au-delà des actions : les options
Lorsqu’un humain se rend dans la pièce voisine, il exécute une séquence

d’actions : dse déplacer jusqu’à la portec, douvrir la portec, puis dfranchir la
portec. On peut cependant remarquer que douvrir la portec est également une
séquence d’actions complexe, qui peut elle-même être décomposée en trois
étapes (dplacer la main sur la poignéec, dtourner la poignéec, dpousserc), pou-
vant à leur tour être décomposées en sous-séquences. De même, dse déplacer
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jusqu’à la portec et dfranchir la portec sont des séquences d’actions complexes,
et on peut remarquer qu’elles incluent toutes deux des sous-séquences d’actions
similaires, correspondant à la marche (cf. Figure 1.1).

Figure 1.1 – Décomposition hiérarchique d’une séquence d’actions complexe.
La séquence d’actions décomposée correspond à dAller dans la pièce voisinec

Ce qu’illustre cet exemple, c’est que les séquences d’actions complexes sou-
vent mises en œuvre pour effectuer diverses tâches sont généralement com-
posées de sous-séquences plus simples, dont certaines peuvent être retrouvées
à différents niveaux de la décomposition. Pour refléter cette réalité, Sutton
et al. [1999] propose les options, une généralisation du concept d’action où
les actions généralisées sont construites hiérarchiquement selon une logique de
composition.

Plus formellement, considérons un agent qui interagit avec un environne-
ment donné. Il perçoit l’état s ∈ S de cet environnement et choisit en fonction
de cet état une action a ∈ As ⊆ A à effectuer, où S est l’espace des états, A
l’espace des actions et As le sous-espace des actions de A qui peuvent être
exécutées depuis l’état s. On note DA l’espace des distributions de probabilité
sur A.

Définition 1.1. On appelle politique toute fonction π : S → DA, qui associe
à chaque état de s de S une distribution de probabilité Ps sur A telle que
∀a 6∈ As, Ps(a) = 0. On dit que l’agent suit la politique π s’il choisit l’action
qu’il exécute depuis tout état s selon la distribution de probabilité π(s).

Définition 1.2. On appelle option un triplet (I, π, β), où I ⊆ S est un en-
semble (appelé ensemble d’initiation) d’états depuis lesquels l’option est dis-
ponible, π est une politique qui peut être suivie par l’agent, et β : S 7→ [0, 1]
est une fonction (appelée condition de terminaison) qui assigne à chaque état
une probabilité de décider après l’avoir atteint de ne pas choisir de nouvelle
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action et d’arrêter de suivre la politique. Dans le cas où β n’est non nulle qu’en
un unique état sβ ∈ S atteignable depuis I et vers lequel la politique finit par
converger, π peut être vue comme un moyen d’atteindre l’état terminal sβ
depuis n’importe quel état de I (cf. Figure 1.2).

Figure 1.2 – Exécution d’une option à partir de l’état s ∈ I ⊆ S jusqu’à un
état terminal sβ

Les actions de A (c’est-à-dire le répertoire d’actions à disposition du robot
dès sa conception), peuvent être vues comme des cas particuliers d’options :
l’action a peut être associée à l’option (Ia, πa, βa), où Ia est l’ensemble des états
depuis lesquels a est disponible (i.e. l’ensemble {s | a ∈ As}), πa est la politique
qui choisit toujours a (i.e. la politique définie par ∀s ∈ S, πa(s) = P, où P est
la distribution de probabilité telle que P(a) = 1) et βa termine toujours après
la première action (i.e. la fonction définie par ∀s ∈ S, βa(s) = 1). On retrouve
alors bien que les options sont des actions généralisées, et il devient possible
d’étendre la définition d’une politique (définition 1.1) aux options.

Définition 1.3. Soit O l’espace des options, Os le sous-espace des options
de O disponibles depuis l’état s ∈ S, et DO l’espace des distributions de pro-
babilités sur O. On appelle politique toute fonction π : S 7→ DO, qui asso-
cie à chaque état s de S une distribution de probabilité Ps sur O telle que
∀o 6∈ Os, Ps(o) = 0. On dit que l’agent suit la politique π s’il choisit l’option
qu’il exécute depuis tout état s selon la distribution de probabilité π(s).

De nouvelles options peuvent alors être acquises via toute méthode per-
mettant d’apprendre des politiques. Stolle et Precup [2002] et Kompella et al.
[2014] utilisent par exemple des techniques d’apprentissage par renforcement
pour générer de nouvelles options, tandis que Konidaris et al. [2011] en dé-
couvre à partir de la segmentation de trajectoires montrées par l’humain dans
un contexte d’apprentissage par imitation.

Ainsi, les actions que l’agent peut initialement exécuter forment un réper-
toire d’options, qui sert ensuite de base pour construire hiérarchiquement des
options de plus en plus complexes qui viennent le compléter. L’agent a alors
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à sa disposition de nombreuses actions généralisées, exécutables à différentes
échelles de temps et de complexité, qu’il pourra mettre en œuvre pour atteindre
les divers objectifs qui lui seront fixés.

1.2 Qu’est-ce qu’une tâche ?

En robotique, ou plus généralement dans un contexte d’apprentissage au-
tomatique, l’apprentissage vise à terme à permettre à l’agent d’atteindre des
objectifs qui lui sont fixés (e.g. , aller chercher un objet, classifier des images,
faire des prédictions...). On parle alors de tâche que l’agent doit accomplir.

Ces tâches peuvent être formulées explicitement, mais peuvent aussi l’être
implicitement via des récompenses données par l’utilisateur au robot et que
celui-ci cherchera à maximiser (cette approche, inspirée du dressage des ani-
maux, est appelée apprentissage par renforcement — reinforcement learning
en anglais — et un exemple en est donné en Figure 1.3).

Figure 1.3 – Claude Shannon procédant à une expérience d’apprentissage
par renforcement en 1950. Un robot-souris est placé dans un labyrinthe et, de
même que dans une expérience analogue avec une vraie souris, on attend de
celui-ci qu’il atteigne une certaine position du labyrinthe. En cas de succès, il
reçoit une récompense.

Dans le cadre spécifique de la robotique, les tâches que l’on considère
consistent généralement soit à atteindre un état ou un ensemble d’états donnés
(e.g. , un état où un certain objet est à une position donnée), soit à adopter un
comportement souhaité (e.g. , exécuter une danse, éviter un obstacle, suivre
une trajectoire désirée).

Dans le formalisme des options, un robot est donc capable d’accomplir une
tâche lorsqu’il a acquis une option convergeant vers un état terminal souhaité,
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et/ou correspondant à une politique souhaitée (définie implicitement à l’aide
des récompenses).

1.3 Vous avez dit compétence ?
Il est maintenant temps de définir le terme compétence, qui est central pour

cette thèse. De nombreux travaux (e.g. , Pastor et al. [2009], Kulic et al. [2012],
Peters et Schaal [2008], Bansal et al. [2017]) semblent utiliser indifféremment
les termes “compétence”, “compétence motrice” et “primitive de mouvement”
(respectivement skill, motor skill et motion/movement primitive en anglais).
Une primitive de mouvement est une politique paramétrée de bas niveau, qui
permet à un robot de déterminer les commandes motrices nécessaires à la réali-
sation d’un mouvement, c’est-à-dire d’une trajectoire dans son espace moteur.
Dans le formalisme vu précédemment, les primitives de mouvement viennent
former le répertoire A d’actions initialement à disposition du robot. La dis-
ponibilité d’actions de plus haut niveau que les commandes motrices facilite
alors d’un point de vue combinatoire la planification de politiques de plus haut
niveau.

D’autres travaux définissent simplement le terme “compétence” comme un
synonyme d’“option” (e.g. , Kompella et al. [2014]), et certains définissent
indépendamment les compétences comme étant des primitives de mouvement
et des options au sein des mêmes travaux (Konidaris et al. [2011]). Par-delà
les définitions, le concept de compétence se voit aussi parfois fortement associé
aux tâches que ces compétences permettent de résoudre, et ce qu’il s’agisse de
primitives de mouvement (e.g. , Kober et al. [2012] désigne les compétences
auxquelles il se réfère par les tâches qu’elles résolvent, comme par exemple “la
compétence d’atteindre un point précis d’un mur avec une fléchette”) ou qu’il
s’agisse d’options (e.g. , da Silva et al. [2012] parle quant à lui d’apprendre
des compétences résolvant certaines tâches spécifiques avant de proposer une
généralisation des compétences à des classes de tâches reliées entre elles).

Nous avons vu plus haut (cf. section 1.1) que le formalisme des options
généralisait la notion d’action, et permettait ainsi de construire des politiques
plus haut niveau ne se limitant pas au répertoire d’actions initialement à la
disposition du robot. Définir les compétences comme des primitives de mou-
vement — donc des politiques bas niveau destinées à constituer ce répertoire
initial d’actions — serait par conséquent très restrictif, et nous y préférerons
une définition reposant sur le formalisme des options. Le flou sur la définition
nous laissant une certaine marge de manœuvre, nous ferons le choix dans cette
thèse d’y intégrer la notion de tâche — qui nous a semblé importante — à
l’aide de la définition suivante :

Définition 1.4. On appelle compétence tout couple (o, τ) composé d’une
option o = (I, π, β) et d’une tâche τ qu’elle résout. Pour alléger le forma-
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lisme, on supposera généralement que la politique π est munie d’une “option”
ofin qui met fin à son exécution lorsqu’elle est choisie. On peut alors poser
∀s ∈ S, Ps(ofin) = β(s), où Ps = π(s), ce qui permet d’unifier β et π. On no-
tera alors une compétence comme un triplet (I, π, τ).

1.4 Tâches et compétences paramétrées
Nous avons jusqu’ici parlé de tâches uniques. Il arrive cependant que l’on

choisisse de considérer non pas une unique tâche mais une classe de tâches
reliées entre elles (e.g. , les tâches consistant à mettre un objet à diverses
positions données). On peut alors représenter chacune des différentes tâches
de cette classe par un vecteur de paramètres, et on appelle tâche paramétrée
l’ensemble des tâches de cette classe (cf. Figure 1.4).

Figure 1.4 – Un robot est confronté à diverses tâches individuelles, consistant
chacune à placer un cube à une position donnée. Ces diverses tâches sont très
similaires, et les positions à atteindre forment une courbe, ce qui permet donc
de regrouper toute ces tâches uniques en une tâche paramétrée, toute abscisse
curviligne le long de cette courbe pouvant par exemple servir de paramètre.

Une tâche unique peut souvent être résolue par des politiques variées (donc
diverses options), et peut être associée à diverses compétences. Une option
en revanche ne correspond qu’à une unique politique (résolvant généralement
une unique tâche), et ne peut par conséquent être associée qu’à une unique
compétence. Une seule option ne peut donc pas résoudre une tâche paramétrée.

C’est pourquoi da Silva et al. [2012] introduit la notion de compétence
paramétrée (parameterized skill en anglais), qui se veut une généralisation des
options à des politiques paramétrées. Le terme est originellement utilisé pour
désigner une fonction qui associe à chaque instance d’une tâche paramétrée une
politique qui la résout, mais nous allons cependant adapter ici cette définition
pour qu’elle s’intègre mieux à notre formalisme.

Définition 1.5. Soit T un espace continu de tâches reliées entre elles, pa-
ramétrées dans un espace T ⊆ R| T |. Soit également P un espace continu de
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politiques reliées entre elles, paramétrées dans un espace P ⊆ R|P |. On appelle
compétence paramétrée tout quadruplet (I,P , T , f), où la fonction f : T 7→ P
est une fonction qui associe à chaque instance d’une tâche paramétrée une po-
litique qui la résout, c’est-à-dire une fonction telle que pour toute tâche τ ∈ T ,
le triplet (I, f(τ), τ) est une compétence (cf. Figure 1.5). On appelle indiffé-
remment fonction de résolution cette fonction f et la fonction f : T 7→ P qui
lui correspond dans les espaces de paramètres, c’est-à-dire la fonction telle que
∀τ ∈ T , π = f(τ), où τ et π sont les vecteurs de paramètres associés respec-
tivement à la tâche τ et à la politique π = f(τ).

Figure 1.5 – La fonction de résolution f associe à chaque tâche individuelle
de la tâche paramétrée T une politique qui la résout dans l’espace de politiques
paramétrées P .

Pour apprendre des compétences paramétrées, da Silva et al. [2012] pro-
cède d’abord aux apprentissages individuels de compétences associées à di-
verses tâches uniques. Il identifie ensuite les politiques trouvées qui peuvent
être groupées entre elles au sein de politiques paramétrées — le long de va-
riétés de dimension plus faible que l’espace des politiques — puis détermine
les tâches paramétrées auxquelles ces politiques paramétrées correspondent.
Il estime alors pour chacune la fonction de résolution qui associe les tâches
individuelles qui la composent aux politiques qui les résolvent.

1.5 Transfert entre plusieurs apprentissages

Si l’on considère un cadre plus large que celui de la robotique, l’appren-
tissage de compétences paramétrées tel que décrit plus haut s’inscrit dans la
lignée de problématiques dites de transfert, liées à l’apprentissage de la réso-
lution de tâches. Nous allons donc nous attarder sur celles-ci pour fournir un
cadre dans lequel replacer les travaux cités précédemment.

Partant du constat que certaines situations d’apprentissages ne sont pas
entièrement indépendantes les unes des autres, le transfert consiste à tirer
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partie du lien entre les diverses situations pour que l’apprentissage de l’une aide
à l’apprentissage de l’autre, et ainsi obtenir de meilleures performances (vitesse
d’apprentissage, qualité de ce qui est appris). Les diverses problématiques que
cela recoupe se fondent sur deux concepts : les tâches (vues plus haut), et les
domaines.

Définition 1.6. On appelle domaine tout ce qui définit les conditions spéci-
fiques à une certaine situation d’apprentissage. Dans le cas de l’apprentissage
d’une tâche de prédiction, le domaine inclura généralement l’espace des carac-
téristiques à partir duquel les prédictions sont réalisées ainsi que la distribution
statistique selon laquelle sont tirées les données. Dans un contexte robotique,
le domaine regroupera l’espace d’états, la distribution statistique selon laquelle
sont tirés les états de départ, ainsi que tous les autres éléments qui pourraient
changer d’une situation d’apprentissage à l’autre (masses des objets, géométrie
du robot, etc).

De même qu’il existe des classes de tâches reliées entre elles et des tâches
paramétrées, il existe des classes de domaines reliés entre eux et des domaines
paramétrés. Ainsi, pour l’apprentissage d’un jeu similaire au bilboquet (cf.
Figure 1.6), Stulp et al. [2014] place le robot dans deux situations distinctes,
correspondant respectivement à des cordes de 25cm et 30cm de long : bien que
la tâche reste la même (faire arriver la boule au bon endroit), les deux situations
correspondent à des domaines différents. Ces domaines sont néanmoins très
similaires, et peuvent être vus comme des instances d’un domaine paramétré
par la longueur de la corde.

La question du transfert des connaissances associées à deux situations
d’apprentissage se pose donc dans des contextes spécifiques où ces situations
mettent en jeu des tâches différentes mais reliées entre elles (e.g. , faisant partie
de la même tâche paramétrée), et/ou des domaines différents mais reliés entre
eux (e.g. , faisant partie du même domaine paramétré).
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Figure 1.6 – Expérience réalisée par Stulp et al. [2014] : un robot tient un
gobelet auquel est reliée une boule par un fil. La tâche que doit accomplir
le robot est d’atteindre un état où la boule est dans le gobelet. L’expérience
est réalisée avec des fils de longueur 25cm et 30cm, donc avec deux domaines
distincts.

1.5.1 Les problématiques de transfert

En fonction des applications, la question du transfert peut correspondre à
diverses problématiques. Passons les principales en revue.

Apprentissage autodidacte

L’apprentissage autodidacte (self-taught learning en anglais) vise à amélio-
rer les performances d’apprentissage d’une tâche donnée (tâche cible), réalisée
depuis son domaine associé (domaine cible), à l’aide de données provenant
d’un autre domaine (domaine source) et correspondant possiblement à une
autre tâche (tâche source). On suppose que les domaines sont reliés entre eux,
mais que la tâche source est complètement décorrélée de la tâche cible (on ne
cherche donc pas à tirer parti d’une quelconque similarité entre les tâches).
Cette problématique est illustrée en Figure 1.7.

Cette problématique est introduite par Raina et al. [2007], qui propose un
algorithme d’apprentissage pour une tâche de classification. L’algorithme est
entraîné sur un jeu d’image étiquetées (donc en quantité relativement limi-
tée), en s’aidant d’un grand nombre d’images non étiquetées en provenance
d’internet.
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Figure 1.7 – On suppose deux situations d’apprentissage, chacune associée
à un domaine et à une tâche. Les tâches, supposées sans lien entre elles, sont
issues de deux espaces de tâches distincts T source et T cible tandis que les
domaines appartiennent à un même espace de domaines D et sont supposés
reliés entre eux. L’enjeu de l’apprentissage autodidacte est alors d’utiliser le
lien entre les domaines pour transférer des connaissances de l’apprentissage
source vers l’apprentissage cible et ainsi obtenir de meilleures performances
d’apprentissage.

Apprentissage par transfert

Plus générale que l’apprentissage autodidacte, la problématique sobrement
appelée apprentissage par transfert (transfer learning en anglais) tire égale-
ment parti des similarités entre les tâches. L’agent apprend séquentiellement à
résoudre d’abord une tâche source depuis un domaine source, puis une tâche
cible depuis un domaine cible. L’enjeu est alors d’utiliser l’apprentissage source
pour améliorer les performances de l’apprentissage cible, en s’appuyant sur un
lien entre les domaines et/ou les tâches de ces deux situations d’apprentissage
(Pan et Yang [2010]). Cette problématique est illustrée en Figure 1.8.

L’apprentissage par transfert peut se révéler particulièrement utile lorsque
les données d’entraînement sont disponibles en faible quantité pour la tâche
cible (e.g. , peu de données étiquetées pour une tâche de classification). Il
constitue également un enjeu important en robotique, où l’acquisition de nou-
velles données d’entraînement est coûteuse en temps, et où il peut dans certains
cas permettre à un robot de ne pas être entièrement démuni lorsqu’il rencontre
une nouvelle tâche.
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Figure 1.8 – On suppose deux situations d’apprentissage, chacune associée à
un domaine et à une tâche (on notera D l’espace des domaines, et T l’espace
des tâches). L’enjeu de l’apprentissage par transfert est alors d’utiliser un lien
entre les domaines et/ou entre les tâches pour transférer des connaissances de
l’apprentissage source vers l’apprentissage cible et ainsi obtenir de meilleures
performances d’apprentissage.

Adaptation de domaine

Dans le cadre de l’adaptation de domaine (domain adaptation ou covariance
shift en anglais), l’agent apprend d’abord à résoudre une tâche source depuis un
domaine source, puis est confronté à cette même tâche depuis un domaine cible
différent du domaine source mais relié à celui-ci (Beijbom [2012], Hoffman et al.
[2014], Sun et al. [2015]). Il s’agit donc d’un cas particulier de l’apprentissage
par transfert où la tâche source est identique à la tâche cible. L’enjeu y est le
plus souvent de compenser une différence entre les distributions statistiques des
données d’entraînement et celles des situations auxquelles l’agent est ensuite
réellement confronté. Cette problématique est illustrée en Figure 1.9.
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Figure 1.9 – On suppose deux situations d’apprentissage, chacune associée à
un domaine distinct et à la même tâche (on notera D l’espace des domaines, et
T l’espace des tâches). L’enjeu de l’adaptation de domaine est alors d’utiliser
un lien entre les domaines pour transférer des connaissances de l’apprentissage
source vers l’apprentissage cible et ainsi obtenir de meilleures performances
d’apprentissage.

Apprentissage multi-tâches et multi-domaines

L’apprentissage multi-tâches (multi-task learning en anglais) est une pro-
blématique très similaire à l’apprentissage par transfert, mais s’affranchissant
de la contrainte de séquentialité. L’agent doit apprendre à résoudre diverses
tâches depuis un domaine donné (Evgeniou et Pontil [2004], Kumar et III
[2012]), et l’enjeu est alors d’obtenir de meilleures performances en réalisant
ces apprentissages de façon conjointe que s’ils étaient réalisés indépendamment
les uns des autres. Il s’agit pour cela de s’appuyer sur le domaine commun et
d’éventuels liens entre les tâches mises en jeu.

Dans l’apprentissage multi-domaines (multi-domain learning en anglais),
l’agent doit à l’inverse apprendre à résoudre une même tâche depuis divers
domaines (Dredze et al. [2010]), mais l’enjeu reste d’obtenir de meilleures per-
formances en réalisant ces apprentissages de façon conjointe que s’ils étaient
réalisés indépendamment les uns des autres. Il s’agit cette fois de s’appuyer
sur la tâche commune et d’éventuels liens entre les domaines mis en jeu.

Combinant les deux approches, l’agent est confronté dans l’apprentissage
multi-domaines et multi-tâches à diverses tâches qu’il doit apprendre à ré-
soudre depuis leurs domaines associés. Il s’agit toujours d’obtenir des perfor-
mances au moins aussi bonnes pour l’apprentissage conjoint que s’ils étaient
faits indépendamment les uns des autres, en s’appuyant sur les éventuels liens
entre les domaines et/ou les tâches (Yang et Hospedales [2014], Devin et al.
[2016]). Cette problématique est illustrée en Figure 1.10.
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Figure 1.10 – On suppose plusieurs situations d’apprentissage, chacune asso-
ciée à un domaine à une tâche (on notera D l’espace des domaines, et T l’es-
pace des tâches). L’enjeu d’un apprentissage multi-tâches et multi-domaines est
alors d’utiliser un lien entre les domaines et/ou entre les tâches pour échanger
des connaissances entre les divers apprentissages et ainsi obtenir de meilleures
performances conjointes que si les apprentissages étaient réalisés indépendam-
ment les uns des autres.

1.5.2 Les modalités du transfert

Intéressons-nous maintenant à comment se fait le transfert en lui-même,
c’est-à-dire aux modalités du partage de connaissances entre deux situations
d’apprentissage.

Transfert d’instances

Le transfert d’instance est le partage de données d’entraînement entre deux
situations d’apprentissage (cf. Figure 1.11). Quand les données en provenance
d’un domaine cible sont peu nombreuses, il est possible d’utiliser les données
d’entraînement de l’apprentissage source pour compléter celles de l’apprentis-
sage cible, par exemple en adaptant la technique du boosting aux probléma-
tiques de transfert (Dai et al. [2007]).

Le boosting est originellement une technique permettant, dans le cadre
d’une tâche de classification, de combiner divers classifieurs en un classifieur
plus performant. C’est par exemple ce que fait l’algorithme AdaBoost (Freund
et Schapire [1997]), qui entraîne successivement les divers classifieurs, puis com-
bine leurs prédictions à l’aide d’une moyenne pondérée. À chaque fois qu’un
nouveau classifieur est entraîné, des poids sont attribués aux divers points de
données afin de biaiser l’entraînement en faveur des données précédemment
mal classifiées, et de permettre au nouveau classifieur de se concentrer princi-
palement sur la classification de ceux-ci.

Dai et al. [2007] adapte la technique du boosting pour l’utiliser dans un
cadre d’apprentissage par transfert : l’entrainement se fait avec des données
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Figure 1.11 – Le transfert d’instances consiste à adapter les données d’en-
traînement d’une situation d’apprentissage source afin de pouvoir les utiliser
comme données pour une situation d’apprentissage cible.

en provenance à la fois du domaine cible et du domaine source, en attribuant
des poids aux divers points de données afin de biaiser l’entrainement en faveur
des données issues du domaine cible. Au sein du domaine source, les poids
attribués aux points de données dépendent de leur similarité avec les données
d’entraînement de l’apprentissage cible.

Transfert de représentations

En apprentissage automatique, une donnée est généralement représentée
par un ensemble de caractéristiques, c’est-à-dire de propriétés individuellement
mesurables (un poids, une masse, la couleur d’un pixel...). Dans un certain
nombres de cas, comme par exemple lorsque l’on travaille avec des images,
les caractéristiques brutes des données peuvent s’avérer à la fois redondantes
et très nombreuses. Dans ces cas il est courant de réaliser un prétraitement
des données, où de nouvelles caractéristiques composites sont construites par
combinaison des anciennes, et où les caractéristiques pertinentes sont ensuite
sélectionnées. On aboutit alors à une nouvelle représentation des données. Le
jeu de caractéristiques utilisé à l’issue de ce prétraitement peut être choisi
manuellement, mais il est aussi possible de le choisir automatiquement à partir
des données. Le transfert de représentations est le partage de représentations
et de jeux de caractéristiques entre plusieurs situations d’apprentissage (cf.
1.12).

Ainsi, dans le cadre d’une tâche de classification d’images, Raina et al.
[2007] commence par considérer des données non étiquetées en provenance
d’internet (domaine source), et détermine une base de vecteurs sur lesquels
ces images peuvent être projetées avec une erreur minimale. Chaque image
d’entraînement de l’apprentissage cible est alors représentée par le vecteur qui
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Figure 1.12 – Le transfert de représentation consiste à utiliser les représen-
tations découvertes dans le cadre d’un apprentissage source comme jeu de
caractéristiques pour un apprentissage cible.

la représente le mieux dans cette base.

Transfert de paramètres

Le transfert de paramètres est la mise en commun de certains paramètres
entre plusieurs apprentissages, afin qu’ils reflètent les aspects communs de
ceux-ci et soient appris conjointement (cf. Figure 1.13).

Figure 1.13 – Le transfert de paramètres consiste à mettre en commun cer-
tains paramètres entre plusieurs apprentissages, afin qu’ils reflètent les aspects
communs de ceux-ci et soient appris conjointement.

Kumar et III [2012] fait par exemple l’hypothèse que les diverses tâches
qu’il considère sont des combinaisons linéaires d’une base de tâches latentes,
dont les solutions peuvent être combinées linéairement pour obtenir celles de
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chacune des tâches. La matriceW associant chaque tâche à sa solution est alors
exprimée sous la forme d’un produit de deux matricesW = LS. Ceci permet de
séparer la matrice S, qui permet d’exprimer chaque tâche comme combinaison
linéaire de ces tâches latentes, de la matrice L qui associe à chaque tâche
latente une solution et dont les coefficients sont appris à l’aide de l’ensemble
des données.

Lawrence et Platt [2004] considère quant à lui diverses instances d’une
tâche paramétrée, dont les solutions peuvent être déterminées individuellement
comme la détermination des noyaux de processus gaussiens. Il suppose alors
les vecteurs de paramètres de ces instances comme des tirages d’une variable
aléatoire gaussienne, ce qui permet alors de formuler l’apprentissage conjoint de
ces diverses instances comme la détermination du noyau d’un unique processus
gaussien.

Autres approches

Au-delà des approches présentées plus haut, d’autres peuvent être plus
appropriées à certains contextes spécifiques.

Mihalkova et al. [2007] propose ainsi dans le cadre de l’apprentissage de
réseaux logiques de Markov d’identifier quels prédicats du domaine source sont
analogues à des prédicats du domaine cible (e.g. , un réalisateur, ses acteurs et
le film qu’ils tournent sont analogues respectivement à un professeur, aux élèves
qui l’assistent dans ses recherches, et à l’article de recherche qu’ils rédigent)
avant de transposer les relations entre ces prédicats d’un domaine à l’autre.

Dans un contexte de recherche de politique pour un apprentissage par ren-
forcement, où l’apprentissage part généralement d’une initialisation arbitraire
ou aléatoire, Taylor et al. [2005] fait débuter l’apprentissage cible depuis la
solution de l’apprentissage source.

Transfert négatif et oubli catastrophique

Comme nous l’avons vu plus haut, les techniques de transfert permettent
d’utiliser les similarités entre diverses situations d’apprentissage de façon à ce
que l’apprentissage des unes aide à l’apprentissage des autres.

Deux écueils sont cependant à éviter. Le premier est ce que l’on appelle le
transfert négatif (Rosenstein et al. [2005], Pan et Yang [2010]) : si les situations
d’apprentissage ne sont pas similaires, supposer une similarité des solutions à
tort mène la plupart du temps à une baisse des performances. Le second, que
l’on appelle l’oubli catastrophique (French [1999], Kirkpatrick et al. [2017]),
arrive lorsque l’on traite successivement deux situations d’apprentissage mais
que le traitement de la seconde entraîne l’oubli complet et abrupt de ce qui
avait été appris pour la première (ce qui peut arriver lorsque l’on réalise de
l’apprentissage par transfert à l’aide de certains algorithme d’apprentissage en
ligne comme par exemple des réseaux de neurones).
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Lorsque l’on souhaite transférer des connaissances entre deux situations
d’apprentissage, il faut donc pour éviter ces écueils déterminer soigneusement
au préalable ce sur quoi doit porter le transfert et quelles en seront les mo-
dalités. Il s’agit ainsi de ne transférer les connaissances qu’uniquement là où
les tâches ou domaines sont similaires (en évitant donc tout transfert là où ils
sont dissimilaires), et de s’assurer que toute modification de paramètres lors
de l’apprentissage de nouvelles tâches ou de nouveaux domaines ne nuit pas à
la qualité des solutions des apprentissages précédents.

1.5.3 Transfert et compétences

Nous avons maintenant passé en revue les principales problématiques et
modalités du transfert, ce qui nous permet de porter un éclairage nouveau sur
l’apprentissage de compétences en robotique.

Nous avons vu précédemment (cf. section 1.3) qu’une compétence est un
triplet (I, π, τ) composé d’une politique π, d’un espace d’initiation I depuis
lequel π peut être exécutée, et d’une tâche τ résolue par π. Découvrir des
compétences signifie par conséquent apprendre des politiques résolvant diverses
tâches depuis divers espaces d’initiation, ce qui revient à une problématique
d’apprentissage multi-tâches et multi-domaines de politiques (car lorsque le
choix du robot et les conditions expérimentales sont fixés — ce que présuppose
implicitement le formalisme des options — le domaine est entièrement défini
par l’ensemble d’initiation). Nous proposons de nous appuyer sur ceci pour
fournir une définition étendue de “compétence” :

Définition 1.7. Une compétence est un triplet (δ, π, τ), où τ est une tâche, δ
un domaine, et π une politique qui résout τ depuis δ.

Ainsi les travaux de da Silva et al. [2012] sur la découverte de compétences
paramétrées, qui généralisent des compétences résolvant des tâches reliées entre
elles depuis le même domaine (cf. section 1.4), peuvent être vus comme une
forme d’apprentissage multi-tâches de politiques. La fonction de résolution
d’une compétence paramétrée permet alors un transfert de paramètres entre
les diverses compétences uniques qu’elle recouvre. Il nous paraît par ailleurs
pertinent d’étendre la définition des compétences paramétrées à un apprentis-
sage multi-tâches et multi-domaines de politiques :

Définition 1.8. Soit T un espace continu de tâches reliées entre elles, pa-
ramétrées dans un espace T ⊆ R|T |. Soient également D un espace continu
de domaines reliés entre eux, paramétrés dans un espace D ⊆ R|D |, et P un
espace continu de politiques reliées entre elles, paramétrées dans un espace
P ⊆ R|P |. On appelle compétence paramétrée tout quadruplet (D ,P , T , f),
où la fonction f : D × T 7→ P est une fonction qui associe à chaque instance
d’un domaine paramétré et chaque instance d’une tâche paramétrée une poli-
tique qui résout cette tâche depuis ce domaine, c’est-à-dire une fonction telle
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que pour tout domaine δ ∈ D et toute tâche τ ∈ T , le triplet (δ, f(δ, τ), τ)
est une compétence au sens de la définition 1.7. On appelle indifféremment
fonction de résolution cette fonction f et la fonction f : D × T 7→ P qui lui
correspond dans les espaces de paramètres, c’est-à-dire la fonction telle que
∀(δ, τ) ∈ D × T , π = f(δ, τ), où δ, τ et π sont les vecteurs de paramètres as-
sociés respectivement au domaine δ, à la tâche τ et à la politique π = f(δ, τ).

Bien que n’étant pas formulée comme un apprentissage de compétences
paramétrées, la question de l’apprentissage multi-tâches et multi-domaines de
politiques a été traitée par Devin et al. [2016], dans un contexte d’apprentissage
par renforcement via un réseau d’apprentissage profond (deep reinforcement
learning en anglais). Pour une tâche et un robot (domaine) donné, la politique
correspondante est apprise au moyen d’un réseau d’apprentissage profond dont
les couches sont regroupées en deux modules, l’un dédié à la tâche et l’autre au
robot. À chaque fois que sont choisis une tâche et le robot qui doit la résoudre,
les modules correspondant à la tâche et au robot sont connectés pour former
le réseau représentant la politique associée, tandis que les autres modules sont
déconnectés. Ceci est illustré sur la Figure 1.14.

Figure 1.14 – Une fois choisis une tâche et un robot (ici la tâche 2 et le
robot 1), les modules correspondants sont connectés afin d’obtenir un réseau
d’apprentissage profond définissant une politique, qui associe à chaque état
observé une action à choisir. Les autres modules sont déconnectés du réseau.

Le module correspondant à un robot donné fait partie de tous les réseaux
représentant les politiques réalisées depuis ce robot, et similairement le module
correspondant à une tâche donnée fait partie de tous les réseaux visant à ré-
soudre cette tâche. Ceci permet un transfert de paramètres entre les différentes
situations d’apprentissage, les connaissances spécifiques à un robot donné ou à
une tâche donnée se concentrant dans le module dédié. Des résultats satisfai-
sants sont obtenus pour des combinaisons robot-tâche non observées l’entraî-
nement.
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1.6 Conclusion
Dans ce chapitre, nous avons vu le formalisme des politiques et des options,

donné une définition de ce qu’est une tâche, et posé formellement ce qu’est une
compétence. Nous avons aussi vu comment tâches et compétences peuvent être
étendues en tâches paramétrées et compétences paramétrées.

Nous avons ensuite abordé les différentes problématiques de transfert et
leurs modalités, avant de reformuler l’apprentissage de compétences paramé-
trées comme une technique permettant un transfert de paramètres dans le
cadre d’une problématique d’apprentissage multi-tâches et multi-domaines de
politiques. Nous avons alors utilisé ce formalisme pour étendre les définitions
de “compétence” et “compétence paramétrée” à un cadre un peu plus général.
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Chapitre 2

Une nouvelle approche

Nous allons à présent nous intéresser aux limites du formalisme et des
approches présentés au chapitre 1 pour la découverte de compétences et leur
regroupement en compétences les plus générales possibles. Nous nous baserons
alors sur ces considérations pour présenter une extension du formalisme et
établir une nouvelle approche.

2.1 Tâches, buts, effets
Au chapitre 1, nous avons vu qu’une compétence peut être définie comme

la connaissance commune d’une tâche et d’une option qui la résout (définition
1.4), puis avons donné une définition étendue posant une compétence comme
la connaissance conjointe d’une tâche, d’un domaine, et d’une politique qui
résout cette tâche depuis ce domaine (définition 1.7). Que l’on prenne l’une
ou l’autre définition, elles ont en commun le fait de s’appuyer sur la notion de
tâche, et c’est ce qui va nous intéresser ici.

Dans le cadre de cette thèse, nous souhaitons nous placer dans le contexte
de la robotique développementale, un cadre dans lequel on attend de l’agent
qu’il explore ses contingences sensorimotrices par lui-même, puis qu’il les struc-
ture en compétences distinctes. Le robot doit par conséquent être capable
d’apprendre des compétences sans qu’un utilisateur extérieur ne formule pour
lui des tâches à résoudre, ce qui était le cas dans les travaux traitant d’ap-
prentissage multi-tâches que nous avons abordés au chapitre précédent, et en
particulier dans les travaux de Devin et al. [2016] (tâches segmentées par l’uti-
lisateur, chacune associée à un module du réseau) et dans ceux de da Silva
et al. [2012] (espace des tâches paramétrisé par l’utilisateur).

Plutôt que de recevoir des tâches d’une tierce personne, une alternative
serait que l’agent détermine par lui-même quelles “tâches” il va devoir chercher
à accomplir. Cette idée d’un agent qui détermine lui-même ses objectifs n’est
pas neuve, et se retrouve dans de nombreux travaux mettant en jeu une ex-
ploration dite dirigée par les buts (Oudeyer et al. [2007], Rolf et Steil [2012],
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Moulin-Frier et Oudeyer [2014]). Voyons comment elle se présente.
Lorsque l’agent exécute une action ou une politique, celle-ci produit des

effets observables sur l’environnement du robot (état atteint, récompense don-
née par l’utilisateur, etc). Quand un utilisateur confie une tâche à l’agent, ce
qu’il fait est donc en réalité le choix d’un effet qu’il désire que l’agent produise.
Automatiser le processus revient par conséquent de déterminer les modalités
d’un tel choix et à laisser l’agent choisir par lui-même quels effets il va chercher
à produire. Ces effets sont alors appelés buts, pour les distinguer des tâches
fixées de l’extérieur par un utilisateur.

L’exploration des contingences sensorimotrices commence donc par la sélec-
tion par l’agent d’un point de l’espace des effets (effect space en anglais, aussi
appelé goal space signifiant “espace des buts”), suivie de l’estimation d’une po-
litique qui pourrait lui permettre d’atteindre ce but, puis de l’exécution de
celle-ci. L’agent sélectionne alors un nouveau but afin de continuer son explo-
ration, et recommence. Cette approche est illustrée en Figure 2.1.

Figure 2.1 – L’agent se fixe un but rbut dans l’espace des effets R. Il estime
ensuite une politique π de l’espace des politiques P qui pourrait lui permettre
de produire l’effet rbut, compte-tenu du domaine δ dans lequel il se trouve.
L’exécution de π résulte en un effet ratteint. La connaissance de (δ, π, ratteint)
contribue alors à l’apprentissage de l’agent, et l’aide ainsi à estimer des poli-
tiques menant à des effets plus proches de ceux désirés les fois suivantes.

Pour nous placer dans le cadre de la robotique développementale, nous
proposons une définition adaptée de “compétence”, où les buts remplacent donc
les tâches :

Définition 2.1. On appelle compétence tout triplet (δ, π, r), où r est un effet
(désigné par la lettre r pour “résultat”) et où π est une politique permettant
de produire cet effet depuis le domaine δ.
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Et pour les compétences paramétrées :

Définition 2.2. Soient D un espace continu de domaines reliés entre eux et
paramétrés dans un espace D ⊆ R|D |, P un espace continu de politiques reliées
entre elles et paramétrées dans un espace P ⊆ R|P |, et R un espace continu d’ef-
fets reliés entre eux et paramétrés dans un espace R ⊆ R|R |. On appelle compé-
tence paramétrée tout quadruplet (D ,P ,R , f), où la fonction f : D ×R → P
est une fonction qui associe à chaque instance d’un domaine paramétré et
chaque instance d’un effet paramétré une politique qui permet de produire cet
effet depuis ce domaine, c’est-à-dire une fonction telle que pour tout domaine
δ ∈ D et tout effet r ∈ R , le triplet (δ, f(δ, r), r) est une compétence au sens
de la définition 2.1. On appelle indifféremment fonction de résolution cette
fonction f et la fonction f : D ×R → P qui lui correspond dans les espaces
de paramètres, c’est-à-dire la fonction telle que ∀(δ, r) ∈ D ×R , π = f(δ, r),
où δ, r et π sont les vecteurs de paramètres associés respectivement au domaine
δ, à l’effet r et à la politique π = f(δ, r).

2.2 Modèles directs, modèles inverses
Les effets produits par les politiques exécutées par le robot peuvent être

décrits à l’aide de ce que l’on appelle des modèles directs, qui sont des modèles
prédictifs permettant d’associer à des causes — ici une politique et le domaine
depuis lequel elle est exécutée — les effets que celles-ci produiront (voir Figure
2.2). Plus formellement, on note R l’espace des effets, D l’espace des domaines,
P l’espace des politiques, et DR l’espace des distributions de probabilités sur
R. Un modèle direct se définit alors de la façon suivante :

Définition 2.3. On appelle modèle direct toute fonction fdir qui est de la
forme fdir : DP ⊆ D ×P → DR et qui associe à chaque couple (δ, π) ∈ DP la
distribution de probabilités sur l’espace des effets Pr = fdir(δ, π) résultant de
l’exécution de la politique π depuis le domaine δ.

La notion de modèles directs est généralement associée à la notion duale
de modèles inverses, c’est-à-dire de modèles prédictifs permettant d’associer à
des effets des causes pouvant les avoir produits. Plus formellement ici :

Définition 2.4. On appelle modèle inverse toute fonction finv qui est de la
forme finv : R ⊆ R → D ×P et qui associe à chaque effet r ∈ R un couple
(δ, π) = finv(r) pouvant produire l’effet r.

Dans un contexte plus opérationnel, un modèle inverse se définit cepen-
dant un peu différemment : il s’agit alors d’un modèle prédictif permettant
d’associer à un effet désiré une action ou politique permettant de produire cet
effet depuis des conditions fixées (voir Figure 2.3). On préférera donc ici la
définition suivante :
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Définition 2.5. On appelle modèle inverse toute fonction finv qui est de la
forme finv : DR ⊆ D ×R →P et qui associe à chaque couple (δ, r) ∈ DR
une politique π = finv(δ, r) permettant de produire l’effet r depuis le domaine
δ.

Figure 2.2 – Un modèle direct décrit la structure reliant l’espace des do-
maines, l’espace des politiques et l’espace des effets. Pour chaque couple (δ, π)
constitué d’un domaine et d’une politique, il fournit une prédiction du résul-
tat de l’exécution de cette politique depuis ce domaine, sous la forme d’une
distribution de probabilité dans l’espace des effets.

Figure 2.3 – Un modèle inverse décrit partiellement la structure reliant l’es-
pace des domaines, l’espace des politiques et l’espace des effets. Pour chaque
couple (δ, r) constitué d’un domaine et d’un effet désiré, il détermine une des
politiques dont l’exécution depuis ce domaine permet de produire l’effet désiré.

Considérons une compétence paramétrée telle que décrite en définition 2.2.
On remarque alors que sa fonction de résolution — qui est donc une fonction
f telle que pour tout domaine δ et tout effet r, le triplet (δ, f(δ, r), r) est
une compétence, c’est-à-dire telle que f(δ, r) est une politique qui permet de
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produire r depuis δ — est un modèle inverse. Réciproquement, chaque instance
(δ, π, r) d’un modèle inverse constitue une compétence au sens de la définition
2.1, et il est donc possible de construire une compétence paramétrée dont ce
modèle inverse est la fonction de résolution. L’apprentissage de compétences
paramétrées revient par conséquent à identifier quelles compétences sont des
instances du même modèle inverse, puis à estimer chaque modèle à partir de
ses instances et à déterminer les espaces de domaines, de politiques et d’effets
correspondants (domaine de définition dans lequel il est valide et image de
celui-ci) pour les associer au sein d’une compétence paramétrée. Dans toute la
suite, on parlera indifféremment de fonction de résolution d’une compétence
paramétrée et de modèle inverse associé à celle-ci.

Il est à noter que pour un couple domaine-effet (δ, r) donné, il peut exister
diverses politiques — voire une infinité — permettant de produire r depuis
δ (cf. Figure 2.4). Par exemple, pour déplacer un objet au sol depuis une
position initiale pinitiale jusqu’à une position finale pfinale, l’agent peut pousser
l’objet en ligne droite jusqu’à sa position finale, mais il peut aussi lui faire
suivre n’importe quelle autre trajectoire se terminant en pfinale — y compris
celles où l’agent ramasse l’objet avant de le poser en pfinale, celles où il lance
l’objet, celles où il fait plusieurs fois le tour de pfinale avant d’y poser l’objet,
et même celles où il fait une pause pour jongler avec l’objet avant de l’amener
à sa position finale. Il n’y a donc pas unicité des modèles inverses, et même un
modèle inverse associant une politique à chaque couple (δ, r) ∈ D ×R ne rend
généralement compte que d’une infime partie de la structure reliant l’espace
des domaines, l’espace des politiques et l’espace des effets.

Figure 2.4 – Pour un couple domaine-effet (δ, r) ∈ D ×R ⊆ D ×R donné,
diverses politiques de P (voire une infinité) peuvent produire l’effet r depuis
le domaine δ.
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Figure 2.5 – On se place dans un cas où le domaine est fixé, et où les effets et
les politiques sont paramétrés dans [0,1]. Les compétences (flèches) associent
les divers effets aux politiques qui les ont produites. Les compétences rouges
peuvent ici être généralisées en une compétence paramétrée dont le modèle
inverse associé est π = r

2
. Similairement, les compétences bleues peuvent être

généralisées en une compétence paramétrée dont le modèle inverse associé est
π = r+1

2
. Les compétences rouges ne peuvent cependant pas être générali-

sées avec les compétences bleues. Si l’on restreint par exemple l’exploration
à des politiques où π est inférieur à 1

2
, on peut se placer dans une situation

où l’on ne manipule que des compétences rouges, généralisables entre elles.
On se prive cependant de la possibilité d’apprendre des compétences bleues,
dont on pourrait avoir l’usage plus tard (par exemple dans une situation où
des contraintes extérieures font que seules les politiques correspondant à des
valeurs de π supérieures à 1

2
peuvent être exécutées).

Regrouper des compétences en une compétence paramétrée — ou des com-
pétences paramétrées en une compétence paramétrée plus générale — signifie
que ces compétences doivent être des cas particuliers couverts par la compé-
tence paramétrée qui les généralise. Cependant, la non-unicité des modèles
inverses implique que deux compétences apprises indépendamment n’ont a
priori pas de raisons d’être des cas particuliers d’une même compétence plus
générale. Ceci est illustré en figure 2.5.

Un des enjeux de l’apprentissage de compétences paramétrées est donc
généralement de trouver des moyens de contraindre les compétences apprises
par l’agent à être des cas particuliers des mêmes compétences paramétrées, par
exemple en se limitant aux politiques atteignant les tâches ou buts de façon
optimale selon un critère donné, ou en restreignant directement l’espace des
politiques dans lequel on cherche des solutions (par exemple les expériences
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de da Silva et al. [2012] sont réalisées sur un bras robotique sous-actionné, ce
qui réduit la taille de l’espace des politiques résolvant la tâche). Ces moyens
restent cependant insatisfaisants car ils apportent une dimension arbitraire à
la recherche de compétences, et peuvent éliminer d’office des compétences qui
auraient pu être très utiles.

2.3 Expérience de pensée
Avant de présenter formellement l’approche que nous développons dans

cette thèse, nous allons dans cette section essayer, à l’aide d’une expérience de
pensée, de donner une intuition des éléments sur lesquels elle repose.

2.3.1 Situation

Un agent déplace un actionneur sur une table le long d’un axe horizontal x,
comme illustré en Figure 2.6. Sur cette table se trouve un objet dont on note
xobjet la position à tout instant, initialement situé en xinitial. Les politiques
que l’agent effectue mettent en mouvement l’actionneur en direction de l’objet
et du bord de la table (situé plus loin en xbord), jusqu’à une position finale
xactionneur. On supposera que le mouvement de l’actionneur se fait uniquement
le long de l’axe horizontal x, toujours dans le sens des x croissants, et que ce
mouvement est suffisamment lent pour que la vitesse de l’actionneur n’influe
pas sur la position finale de l’objet.

Figure 2.6 – Expérience de pensée : un agent déplace un actionneur sur une
table le long d’un axe horizontal, en direction d’un objet et du bord de la table
situé plus loin.

2.3.2 Formalisme, modèle direct

En utilisant le formalisme développé précédemment, les politiques forment
ici un espace P paramétré par la position xactionneur. Les effets produits par
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ces politiques forment quant à eux un espace R paramétré par la valeur de
xobjet après l’exécution de la politique, tandis que les domaines depuis lesquels
sont exécutés ces politiques forment un espace D paramétré par le couple
(xinitial, xbord).

La figure 2.7 représente un modèle direct global de notre expérience de
pensée, que l’on suppose ici déterministe. Pour faciliter la visualisation, on y
suppose les valeurs de xinitial et xbord fixées (ce qui revient à considérer que
l’espace des domaines est réduit à un unique élément), tout modèle direct
revenant alors à une fonction prédisant xobjet en fonction de xactionneur.

Figure 2.7 – En bleu : modèle direct déterministe prédisant xobjet en fonc-
tion de xactionneur dans le cadre de l’expérience de pensée décrite en sec-
tion 2.3.1, pour un domaine (xinitial, xbord) fixé. Les points noirs représentent
les valeurs que l’on observerait en pratique en raison de l’imprécision sur
les différentes valeurs. On peut distinguer trois sous-espaces de D ×P ×R,
correspondant respectivement à des paramètres tels que xobjet = xinitial avec
xactionneur < xinitial (sous-espace A, où l’actionneur n’atteint pas l’objet), tels
que xobjet ∈ [xinitial, xbord] avec xinitial ≤ xactionneur ≤ xbord (sous-espace B, où
l’actionneur pousse le cube sur la table), et tels que xobjet = xbord avec
xbord < xactionneur (sous-espace C, où l’actionneur fait tomber le cube de la
table).

2.3.3 Modèles inverses et généralisation

À la suite d’une phase d’apprentissage, diverses compétences individuelles
(δ, π, r) sont apprises. Ces compétences appartiennent à un espace de compé-
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tences C ⊆ D ×P ×R. On peut alors classer ces compétences en trois caté-
gories, selon le sous-espace de C auquel elles appartiennent (cf. Figure 2.7) :

— dans le sous-espace où xactionneur ≤ xinitial (sous-espace A), pour un do-
maine δ donné, toutes les politiques produisent le même effet r tel que
xobjet = xinitial,

— dans le sous-espace où xinitial ≤ xactionneur ≤ xbord (sous-espace B), pour
un domaine δ donné, toutes les politiques produisent un effet r distinct
tel que xobjet = xactionneur,

— dans le sous-espace où xbord ≤ xactionneur (sous-espace C), pour un do-
maine δ donné, toutes les politiques produisent le même effet r tel que
xobjet = xbord.

On remarque alors que les compétences du sous-espace B peuvent être
généralisées en une compétence paramétrée dont la fonction de résolution est
le modèle inverse finv : (δ, r)→ π correspondant dans l’espace des paramètres
à la fonction finv telle que finv(xinitial, xbord, xobjet) = xobjet pour tout triplet
(xinitial, xbord, xobjet) vérifiant xinitial ≤ xobjet ≤ xbord.

En revanche, les compétences du sous-espace A produisent toutes le même
effet, et ne peuvent donc correspondre à un même modèle inverse. Ces compé-
tences ne peuvent par conséquent pas être généralisées en une unique compé-
tence paramétrée dont elles seraient des cas particuliers, et il en va de même
pour les compétences du sous-espace C. On retrouve donc bien ici la difficulté
mentionnée en section 2.2 : deux compétences apprises indépendamment n’ont
a priori pas de raisons d’être des cas particuliers d’une même compétence plus
générale.

2.3.4 Une nouvelle forme de généralisation

Nous avons remarqué précédemment (cf. section 2.2) que les fonctions de
résolution des compétences paramétrées constituaient des modèles inverses.
Nous en avons déduit que la généralisation de compétences en compétences
paramétrées revenait à identifier quelles compétences sont des instances du
même modèle inverse, puis à estimer chaque modèle à partir de ses instances
et à déterminer les espaces de domaines, de politiques et d’effets correspondant.

Ce lien entre les compétences paramétrées et les modèles inverses nous
ouvre à présent une nouvelle voie de généralisation pour les compétences : s’il
existe une dualité entre les modèles inverses et les modèles directs, ne pourrait-
on pas construire une forme duale de compétences paramétrées fondées sur les
modèles directs ?

En effet, lorsque l’on considère un modèle direct fdir : (δ, π)→ r, chaque
instance de fdir forme un triplet (δ, π, r), qui constitue une compétence. Il
est donc possible d’identifier quelles compétences sont des instances du même
modèle direct, puis d’estimer chaque modèle à partir de ses instances et de dé-
terminer les espaces de domaines, de politiques et d’effets correspondant pour
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les associer au sein d’une compétence paramétrée. Nous appellerons ce nouveau
type de compétences paramétrées (que nous définirons plus formellement en
section 2.4.1) des compétences paramétrées directes. Nous les distinguerons des
compétences paramétrées que nous avons vues jusqu’ici, que nous appellerons
désormais compétences paramétrées inverses.

Nous allons donc maintenant nous intéresser à la question de la généralisa-
tion à l’aide non pas de modèles inverses mais de modèles directs déterministes.
Les difficultés vues précédemment se retrouvent-elles à nouveau ? Considérons
les trois sous-espaces vus précédemment :

— dans le sous-espace A, une généralisation devient possible avec un mo-
dèle direct f A

dir : (δ, π)→ r correspondant dans l’espace des paramètres
à la fonction f A

dir telle que f A
dir(xinitial, xbord, xactionneur) = xinitial,

— dans le sous-espace B, une généralisation reste possible avec un modèle
direct f B

dir : (δ, π)→ r correspondant dans l’espace des paramètres à la
fonction f B

dir telle que f B
dir(xinitial, xbord, xactionneur) = xactionneur,

— dans le sous-espace C, une généralisation devient possible avec un mo-
dèle direct f C

dir : (δ, π)→ r correspondant dans l’espace des paramètres
à la fonction f C

dir telle que f C
dir(xinitial, xbord, xactionneur) = xbord.

Des modèles directs peuvent donc être appris pour chacun des sous-espaces,
et les compétences correspondantes peuvent donc être généralisées localement
en compétences paramétrées directes. Ce qui rend ces généralisations pos-
sibles est le fait que, dans le cas de modèles directs déterministes, tout couple
domaine-politique (δ, π) correspond à un unique effet r produit par l’exécution
de π depuis δ. Les difficultés liées à la non-unicité n’ont donc pas lieu d’être,
et les généralisations qui n’étaient pas possibles avec les modèles inverses le
deviennent.

2.3.5 Pertinence

Nous venons de voir que l’apprentissage de compétences paramétrées s’ap-
puyant sur des modèles directs locaux tels que f A

dir, f B
dir et f C

dir n’est pas
confronté à certaines des difficultés que l’on rencontrerait dans le cadre d’une
approche s’appuyant sur des modèles inverses. Mais les compétences paramé-
trées directes sont-elles tout aussi intéressantes à apprendre que les compé-
tences paramétrées inverses ?

Approche directe

Remarquons tout d’abord que de même que les modèles inverses, les mo-
dèles directs peuvent être utilisés pour de la planification (ce que l’on trouve
par exemple dans les travaux de Ghadirzadeh et al. [2016]). La question qui
se pose alors est celle de ce qu’apporte une approche directe par rapport à
une approche indirecte, ou plus précisément celle de savoir si les compétences
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paramétrées directes permettent d’obtenir de meilleures performances pour la
résolution de tâches que les compétences paramétrées inverses.

Considérons donc le cas d’un robot qui a appris diverses compétences indi-
viduelles durant une phase d’entraînement, compétences qu’il a ensuite géné-
ralisées lorsque cela était possible en compétences paramétrées (au sens direct
ou inverse). Un utilisateur charge alors ce robot d’accomplir une tâche com-
plexe composée d’une succession de sous-tâches, dont l’une se déroule dans un
cadre identique à notre expérience de pensée (mais avec xinitial et xbord fixés)
et consiste à placer l’objet en xbord.

Pour résoudre cette sous-tâche, l’agent va devoir exécuter une politique. Il
doit donc déterminer quelles sont les compétences (compétences individuelles
ou instances de compétences paramétrées) correspondant à l’effet r escompté
et au domaine δ dans lequel il se trouve. Si plusieurs solutions sont possibles,
il pourra ensuite choisir celle dont il exécutera la politique, généralement en
fonction d’un critère de qualité pertinent pour la situation (e.g. , celle consom-
mant le moins d’énergie, celle amenant l’actionneur le plus loin possible en vue
d’une prochaine sous-tâche, etc).

Pour la résolution de notre sous-tâche, supposons dans un premier temps
que la généralisation des compétences a été faite via une approche inverse. Les
compétences du sous-espace B vues à l’entraînement ont pu être généralisées
en une unique compétence paramétrée inverse dont le modèle inverse associé
est finv, qui fournit une unique solution (δ, finv(δ, r), r). Les compétences du
sous-espace C vues à l’entraînement n’ont quant à elle pas pu être généralisées
en une unique compétence paramétrée inverse (une généralisation est possible
par rapport aux domaines mais pas par rapport à l’effet car elle correspondent
toutes au même effet r, c’est-à-dire à une position finale de l’objet en xbord).
Le robot a donc à sa disposition un florilège de compétences individuelles et de
compétences paramétrées inverses permettant de produire l’effet r, dont une
partie seulement fournit une solution (et une seule) pour le domaine δ. C’est
par conséquent dans un ensemble de compétences assez restreint que l’agent
doit choisir celle d’entre elles qui est la meilleure pour le critère retenu.

La situation est en revanche très différente si la généralisation a été faite
via une approche directe : s’il n’existe là-encore qu’une unique solution dans le
sous-espace B, les différentes compétences de C vues à l’entraînement ont cette
fois pu être réunies en une unique compétence paramétrée directe, associée au
modèle direct fC . L’agent fait donc cette fois-ci son choix parmi l’ensemble des
instances de celle-ci pour le domaine δ, soit tout un continuum. Ce continuum
inclut notamment toutes les solutions fournies par les compétences paramétrées
inverses vues précédemment, mais va bien au-delà.

Lorsque l’agent choisit la compétence optimale pour le critère retenu, l’en-
semble dans lequel il peut faire ce choix est plus riche dans le cas direct (car il
contient son analogue pour le cas inverse) et l’optimum ainsi trouvé sera par
conséquent au moins aussi bon. Une approche par les modèles directs a donc ici

La Généralisation de compétences robotiques 39



2.3. Expérience de pensée

un avantage significatif sur une approche par les modèles inverses, un avantage
qui est encore plus net quand l’agent est soumis à des contraintes sur les po-
litiques qu’il peut adopter (e.g. , xactionneur restreint à un certain intervalle de
valeurs) : l’ensemble des compétences dans lequel se fait le choix pourrait alors
s’avérer vide pour une approche inverse mais pas pour une approche directe.

Un désavantage qu’ont cependant les approches directes par rapport aux
approches inverses est qu’elles requièrent a priori de résoudre des problèmes
d’optimisation (possiblement lourds en calculs) pour choisir la compétence op-
timale au sein d’une compétence paramétrée, alors que pour une approche
inverse celle-ci serait directement donnée par le modèle inverse. En échange de
quoi, les approches directes ne sont que peu affectées par un changement de
critère de sélection ou par l’ajout de contraintes — le problème d’optimisation
se trouvant alors simplement modifié — alors que les approches inverses néces-
sitent de connaître à la fois critères et contraintes en amont de la généralisation
voire de l’apprentissage des compétences individuelles.

Localité

Nous avons jusqu’ici parlé de généralisation des compétences au sein des
sous-espaces A, B et C de l’espace des compétences C, et les compétences pa-
ramétrées directes qui peuvent être formées ainsi sont par conséquent locales à
ces sous-espaces. Cette localité était justifiée dans le cas inverse par les difficul-
tés que la non-unicité des modèles inverses entraînait pour la généralisation,
un unique modèle inverse ne pouvant capturer à lui seul la structure de C
(le modèle inverse finv par exemple, bien qu’il associe une politique à chaque
élément de D ×R, ne décrit pour autant que la structure des compétences
du sous-espace B sans rendre compte de celle des sous-espaces A et C). Dans
le cas d’une approche directe, n’étant pas confrontés à des problèmes de non-
unicité, y a t-il un toujours un intérêt à distinguer les compétences paramétrées
associées aux modèles directs locaux f A

dir, f B
dir et f C

dir plutôt que de les réunir
en une compétence plus générale associée à un modèle direct global fdir ?

Commençons par caractériser ce que (A,B,C) a de particulier. Dans cha-
cun des sous-espaces A, B et C, on peut remarquer qu’une faible modification
du domaine ou de la politique induit une modification faible de l’effet produit :
f A
dir, f B

dir et f C
dir sont des fonctions continues. On peut même aller plus loin et

remarquer que ces fonctions sont C∞, alors que le modèle global fdir ne l’est
pas en raison des discontinuités de la dérivée première aux frontières entre les
différents sous-espaces. Partant de là, on peut caractériser (A,B,C) comme
étant la partition composée des plus grands sous-espaces possibles de C tels
que la structure de chacun d’entre eux peut être décrite par un modèle direct
C∞.

Dans un premier temps, on peut noter qu’une telle partition présente un
intérêt pratique : l’apprentissage supervisé s’appuie généralement sur des fa-
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milles de fonctions qui sont elles-mêmes C∞ (polynômes, gaussiennes, sinus,
cosinus, etc), et il est donc plus adapté de limiter la généralisation aux sous-
espaces sur lesquels de tels modèles peuvent être appris. L’approximation par
une famille de fonctions C∞ d’une fonction qui n’a pas cette régularité est en
effet connu pour poser des difficultés (on pensera par exemple à l’approxima-
tion d’une fonction échelon par une série de Fourier, illustrée en Figure 2.8, qui
reste très imparfaite même avec de nombreuses harmoniques alors que deux sé-
ries de Fourier locales pourraient approximer la fonction avec une harmonique
chacune).

Figure 2.8 – Approximation de la fonction échelon d’Heaviside (en vert) par
sa série de Fourier à l’ordre 30 (en rouge).

Dans un second temps, on peut remarquer que les ruptures de régularité
de fdir — c’est-à-dire les frontières entre les différents sous-espaces — corres-
pondent à des changements de situation dans le monde physique : la frontière
entre les compétences de A et celles de B sépare les compétences qui per-
mettent ou non à l’actionneur de mettre l’objet en mouvement, tandis que la
frontière entre les compétences de B et celles de C est une frontière entre les
compétences qui font tomber ou non l’objet de la table. On constate alors que
partitionner C en (A,B,C) présente l’avantage de mener à des compétences
paramétrées directes ayant un réel sens sémantique : les compétences de A se
généralisent donc ainsi en une compétence dne pas toucher le cubec, celles de
B en une compétence dpousser le cube sur la table sans le faire tomberc, et
celles de C en une compétence dpousser le cube jusqu’à le faire tomber de la
tablec.

2.4 Formalisation de l’approche

Nous allons maintenant poser plus formellement l’approche que nous déve-
loppons dans cette thèse.
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2.4. Formalisation de l’approche

2.4.1 Quelques définitions

On appelle compétence paramétrée inverse une compétence paramétrée au
sens de la définition 2.2, sa fonction de résolution constituant alors un modèle
inverse. On définit par ailleurs une compétence paramétrée directe de la façon
suivante :

Définition 2.6. Soient D un espace continu de domaines reliés entre eux et
paramétrés dans un espace D ⊆ R|D |, P un espace continu de politiques reliées
entre elles et paramétrées dans un espace P ⊆ R|P |, et R un espace continu
d’effets reliés entre eux et paramétrés dans un espace R ⊆ R|R |. On appelle
compétence paramétrée directe tout quadruplet (D ,P ,R , g), où la fonction
g : D ×P → R est une fonction qui associe à chaque instance d’un domaine
paramétré et chaque instance d’une politique paramétrée un effet produit par
cette politique depuis ce domaine, c’est-à-dire une fonction telle que pour tout
domaine δ ∈ D et toute politique π ∈ P , le triplet (δ, π, g(δ, π)) est une compé-
tence au sens de la définition 2.1. On se référera indifféremment à cette fonction
g (qui constitue un modèle direct déterministe) et à la fonction g : D ×P → R
qui lui correspond dans les espaces de paramètres, c’est-à-dire la fonction telle
que ∀(δ, π) ∈ D ×P , r = g(δ, π), où δ, π et r sont les vecteurs de paramètres
associés respectivement au domaine δ, à la politique π et à l’effet r = g(δ, π).

2.4.2 Hypothèses de travail

Soient D l’espace des domaines, P l’espace des politiques, et R l’espace
des effets. Soient également D ⊆ R|D |, P ⊆ R|P|, et R ⊆ R|R| des paramétri-
sations de ces espaces.

Hypothèse 1. On suppose dans cette thèse que le modèle direct global sto-
chastique fsto : D ×P 7→ R, qui décrit les interactions du robot avec son envi-
ronnement, est de la forme fsto = fdir + ∆, où fdir : D ×P 7→ R est un modèle
direct global déterministe tel qu’il existe une partition qui découpe D ×P en
sous-espaces sur lesquels fdir est C∞, et où ∆ : D ×P 7→ R est une fonction
stochastique décrivant l’incertitude liée à l’imprécision des mesures.

Hypothèse 2. On suppose également qu’il existe une fonction déterministe
B : D ×P 7→ R — qu’il est possible de connaître ou d’estimer — qui décrit la
précision des mesures et borne ∆, c’est-à-dire qui vérifie pour toute dimension
i de R l’inégalité suivante : ∀(δ, π) ∈ D ×P,

∣∣∆(i)(δ, π)
∣∣ ≤ B(i)(δ, π).

2.4.3 Discussion des hypothèses

L’hypothèse 1 attribue la totalité de la variabilité de fsto à un bruit sur
les mesures. Il ne s’agit généralement pas d’une hypothèse très forte, mais il
faut cependant noter qu’elle implique qu’avec une précision infinie, l’exécution
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2. Une nouvelle approche

d’une même politique depuis un même domaine produirait toujours le même
effet. La validité de cette hypothèse reposera donc sur le fait que le robot
interagit avec un monde déterministe (à notre échelle), et sera fortement liée
à la variabilité intrinsèque des politiques que peut exécuter l’agent.

Au-delà de l’existence d’un modèle direct global déterministe fdir sous-
jacent à fsto, l’hypothèse 1 affirme également l’existence d’une partition qui
découpe D ×P en sous-espaces sur lesquels fdir est C∞. Cette affirmation
repose sur l’idée que la régularité fdir reflète celle du monde avec lequel interagit
le robot, et que les frontières entre les différents sous-espaces correspondent à
des changements concrets dans la nature de l’interaction (ex : objet atteint par
l’actionneur, bord de la table, etc).

Si l’hypothèse 1 attribue la totalité de la variabilité de fsto à un bruit sur
les mesures, l’hypothèse 2 va plus loin et affirme l’existence d’une borne sur
la variabilité de ∆ donc de fsto. Cette hypothèse contraste avec l’hypothèse
habituelle d’un bruit gaussien, mais reste moins forte que celle-ci car elle ne
prétend pas une connaissance complète de la distribution suivie par ∆. Elle
exclue en revanche la possibilité de points aberrants (outliers en anglais), que
l’on sait arriver en pratique. On suppose dans cette approche que les points
aberrants sont éliminés en amont ou en aval de l’apprentissage (e.g. , points
trop différents des autres points dans leur voisinage). En particulier, bien que
nous ne nous ne soyons pas intéressés à cette question dans le cadre de cette
thèse, il est probable que les points aberrants se distinguent par leur capacité
de généralisation, auquel cas il serait possible de formuler une extension de
l’algorithme que nous présenterons au chapitre 4 qui s’appuierait sur ce point
pour les identifier et les éliminer.

Bien que nous introduisions l’hypothèse 2, nous n’en aurons réellement
besoin qu’au chapitre 4. On en retiendra pour l’instant que l’interaction de
l’agent avec son environnement résulte en un quadruplet (δ, π, r, ε), composé
du domaine dans lequel se trouvait le robot au début de cette interaction, de
la politique qu’il a exécutée, de l’effet qui a résulté de l’exécution de celle-ci,
et de la variabilité de cet effet liée à l’imprécision des mesures (ε étant donc
une estimation de B(δ, π)).

2.4.4 Cœur de l’approche

En nous appuyant sur l’hypothèse 1, nous pouvons remarquer que notre
problématique, qui vise à réunir les compétences individuelles apprises par
l’agent en compétences les plus générales possibles, peut être formulée comme
un problème de régression vers une fonction localement C∞ : la régression
vers fdir. En effet, une fois fdir approximée, les restrictions de celle-ci aux
plus grands sous-espaces sur lesquels elle est C∞ pourront être associées à
leur domaine de définition et à l’image de ceux-ci au sein de compétences
paramétrées.
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Plus concrètement, il s’agira donc de rechercher une partition découpant
l’espace des compétences C ⊆ D ×P ×R en sous-espaces les plus grands pos-
sibles sur lesquels des modèles directs locaux C∞ peuvent être formulés et
d’estimer de ces modèles.

2.5 Conclusion
Dans ce chapitre, nous avons adapté le formalisme des compétences et des

compétences paramétrées au cas d’un robot qui se fixe ses propres buts durant
la phase d’apprentissage. Nous avons ensuite relié les compétences paramétrées
au formalisme des modèles inverses — nous parlerons désormais de compé-
tences paramétrées inverses — avant de nous servir de la dualité entre modèles
inverses et modèles directs pour élaborer une nouvelle forme de compétences
paramétrées, duale de celle que nous avions vue jusqu’alors : les compétences
paramétrées directes.

Nous avons également montré dans ce chapitre les limites des approches
inverses pour le regroupement des compétences en compétences les plus géné-
rales possibles, et illustré par une expérience de pensée ce que pourrait apporter
une approche directe pour la résolution de cette problématique. Nous avons
alors proposé une approche directe qui consiste, dans une cadre plus général
que celui de l’expérience de pensée, à ramener ce regroupement à un problème
de régression vers une fonction localement C∞ (détermination des plus grands
sous-espaces de C sur lesquels des modèles directs C∞ locaux peuvent être
trouvés et estimation de ces modèles).
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Chapitre 3

Les algorithmes de régression

Nous avons donc ramené notre problème à un problème de régression, et il
s’agit alors de déterminer les plus grands sous-espaces du domaine de définition
sur lesquels la fonction est C∞ et de déterminer des approximations locales
sur ces sous-espaces. Nous allons à présent passer en revue diverses approches
de régression et voir si elles sont adaptées à notre cas.

3.1 Enjeu des méthodes de régression

L’enjeu des méthodes de régression est de découvrir la relation liant une
variable cible t (pour target, signifiant “cible” en anglais), possiblement multi-
dimensionnelle et que l’on cherche à prédire, à une autre variable x (possible-
ment multidimensionnelle également). On se donne pour cela un échantillon
(xi, ti)i∈ J0,NJ de N observations conjointes des valeurs de x et t (jeu de données
d’entraînement).

Dans les cas où la relation entre x et t est déterministe, elle peut être décrite
par une fonction f : x 7→ t. Il s’agira donc de trouver une fonction rendant
compte des données d’entraînement, qui constituera une approximation de f
et permettra de prédire les valeurs de t associées à des valeurs de x non encore
observées. La qualité de l’approximation sera alors déterminée par la qualité
des prédictions qu’elle fournit.

Lorsque la relation entre x et t est de nature stochastique, on considérera
que les valeurs prises par x et t sont des tirages de variables aléatoires X
et T respectivement, et leur relation sera alors décrite par la distribution de
probabilités conditionnelles P(T |X). Il s’agira alors d’approximer cette distri-
bution ou certaines de ses propriétés. Le plus souvent, on cherchera une fonc-
tion qui rende raisonnablement compte des données d’entraînement compte
tenu de la variabilité, et qu’on utilisera comme approximation de la fonction
f : x 7→ t = E(T |X = x). Là encore, la qualité de l’approximation sera
déterminée par la qualité des prédictions qu’elle fournit.
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3.2. Régression linéaire

Dans la suite de ce chapitre, nous supposerons t unidimensionnelle pour
simplifier les notations. Les approches présentées s’étendent cependant sans
grande difficulté au cas d’une variable cible multidimensionnelle.

3.2 Régression linéaire
La forme la plus basique de régression est la régression vers un modèle

linéaire, où l’on suppose que t est une combinaison linéaire des composantes
de x : t = βTx. Il existe alors de nombreuses approches pour choisir β.

Bien que les algorithmes de régression linéaire puissent sembler complète-
ment inadaptés à l’approximation de fonctions non-linéaires, ils est en réalité
assez aisé de s’affranchir de cette contrainte. En effet, si on se donne une famille
de fonctions (fj)j ∈ J0,MJ, il suffit d’évaluer les fj(xi) pour tout i et pour tout j
puis d’utiliser n’importe quel algorithme de régression linéaire pour chercher
une solution sous la forme :

t =
∑
j

wj · fj(x)

On pourra ainsi par exemple réaliser une régression polynomiale (Gergonne
[1974]) en choisissant comme fj les différents termes d’un polynôme (les wj
étant alors les coefficients de celui-ci). On pourra également chercher une ap-
proximation comme combinaison linéaire de termes sinus et cosinus (similaire-
ment à une série de Fourier), comme une somme de termes exponentiels, etc.
Lorsque nous parlerons de régression linéaire dans ce chapitre, il faudra donc
garder en tête que chacune d’entre elle peut être étendue à une régression vers
des combinaisons linéaires de fonctions pour gagner en expressivité.

Nous allons à présent passer quelques approches de régression linéaire en
revue. Bien que la régression linéaire soit insuffisante pour traiter notre pro-
blème (ce que nous verrons plus loin), de nombreux algorithmes plus élaborés
et auxquels nous nous intéresserons se reposent sur celle-ci et y font directe-
ment appel. Présenter ces approches nous permettra également d’introduire
certaines problématiques qui reviendront par la suite.

3.2.1 Moindres carrés

Pour un vecteur β donné, on appelle résidus les écarts en valeur absolue
entre les valeurs des ti du jeu d’entraînement et celles prédites à partir des xi
correspondants :

ri =
∣∣ti − βTxi∣∣

Posons Mx la matrice dont les lignes sont les xi, et vt le vecteur des ti.
Lorsque le problème est déterministe et que le jeu d’entraînement est assez
grand, il existe une unique valeur de β telle que tous les résidus sont nuls.
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3. Les algorithmes de régression

Celle-ci est donc l’unique solution du système d’équations vt = Mxβ, qui peut
donc être simplement trouvée en inversant Mx :

β̂ = M−1
x vt

Lorsque le problème n’est pas déterministe (par exemple en raison d’un
bruit stochastique), ce système d’équation peut devenir sur-contraint et ne
pas admettre de solution. On peut toutefois remarquer que l’égalité vt = Mxβ
impliqueMT

x vt = MT
xMxβ. oùMT

xMx est alors inversible. Cette seconde équa-
tion admet alors une unique solution :

β̂ = (MT
xMx)

−1MT
x vt

Il est possible de prouver que dans les deux cas, β̂ est la valeur de β qui
minimise la somme des carrés des résidus :

β̂ = argmin
β

∑
i

r2i = argmin
β

∑
i

(ti − βTxi)2

β̂ est donc une valeur de β relativement simple à calculer et minimisant une
mesure d’erreur (la somme des carrés des résidus) sur le jeu de données. Ceci
en fait par conséquent un choix très courant pour la valeur de β. Un exemple
en est donnée en Figure 3.1.

Figure 3.1 – Exemple de régression linéaire. Les points bleus forment le jeu
de données d’entraînement. Il permettent via la méthode des moindres carrés
de déterminer les paramètres du modèle, et d’obtenir ainsi le modèle linéaire
en rouge.
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3.2. Régression linéaire

3.2.2 Maximum de vraisemblance

Faisons l’hypothèse que toute l’indétermination sur les valeurs des ti est le
résultat d’un bruit stochastique, le bruit sur chaque point de données étant
indépendant de celui sur les autres points de données et tiré suivant une même
distribution gaussienne centrée N (0, σ).

La vraisemblance d’une valeur que peut prendre un paramètre est définie
comme la probabilité d’un ensemble d’observations qui dépend de ce para-
mètre, à supposer que ce paramètre soit égal à cette valeur. Ici, la vraisem-
blance d’une valeur de β donnée est donc la probabilité d’observer les ti pour
cette valeur :

P(t0, t1, ..., tN , x0, x1, ..., xN | β)

La méthode du maximum de vraisemblance consiste alors à choisir la valeur
de β qui maximise cette probabilité :

β̂ = argmax
β

P(t0, t1, ..., tN , x0, x1, ..., xN | β)

= argmax
β

P(t0, t1, ..., tN | β, x0, x1, ..., xN)P(x0, x1, ..., xN | β)

= argmax
β

P(t0, t1, ..., tN | β, x0, x1, ..., xN)P(x0, x1, ..., xN)

= argmax
β

P(t0, t1, ..., tN | β, x0, x1, ..., xN)

= argmax
β

∏
i

P(ti | β, xi)

= argmax
β

∏
i

1√
2πσ2

e
−

(ti − βTxi)2

2σ2

= argmax
β

∏
i

e
−

(ti − βTxi)2

2σ2

= argmax
β

e
−

∑
i(ti − βTxi)2

2σ2

= argmin
β

∑
i

(ti − βTxi)2

On remarque ici que la solution du maximum de vraisemblance coïncide
avec celle de la méthode des moindres carrés, lui donnant ainsi une justification
théorique.
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3.2.3 Dilemme biais-variance, régression d’arête

Nous avons vu que la solution de la méthode des moindres carrés est celle
qui rend le mieux compte des données d’entraînement (en tant que maxi-
mum de vraisemblance). Une difficulté qui se présente ensuite est que cette
adéquation aux données d’entraînement ne garantit pas nécessairement une
approximation de bonne qualité, c’est-à-dire qui fournisse des prédictions sa-
tisfaisantes hors du jeu de données d’entraînement. Ceci s’inscrit dans ce qu’on
appelle le dilemme biais-variance, une problématique centrale dans le domaine
de l’apprentissage supervisé. Voyons de quoi il s’agit et comment celui-ci peut
être pris en compte.

Le dilemme

Le dilemme biais-variance se fonde sur deux constats. Le premier de ces
constats est que plus un modèle est versatile, plus ses paramètres sont sen-
sibles aux fluctuations du jeu de données d’entraînement (forte variance), et
le modèle commence alors à rendre compte du bruit présent dans ces données
au détriment de la relation qu’il cherche à décrire. On observe dans ce cas un
fort écart entre la qualité des prédictions sur le jeu de données d’entraînement
et en dehors de celui-ci (faible capacité de généralisation), et on parle alors de
sur-apprentissage (overfitting en anglais).

Le second constat est que chercher à l’inverse à réduire la versatilité du
modèle revient à faire des hypothèses plus fortes sur la nature de la solution,
ce qui augmente donc les chances d’y introduire un biais (c’est-à-dire une
erreur causée par des hypothèses erronées). Le modèle peut ainsi ne plus être
suffisamment expressif pour rendre compte de la relation qu’il cherche à décrire,
ce qui se traduit par une faible qualité des prédictions à la fois sur le jeu
de données d’entraînement et en dehors de celui-ci. On parle alors de sous-
apprentissage (underfitting en anglais).

Partant de ces deux constats, ce que l’on appelle le dilemme biais-variance
est le problème consistant à chercher à minimiser simultanément les erreurs
liées au biais et à la variance, alors même que les deux démarches sont an-
tagonistes. Ceci est illustré en Figure 3.2, et un exemple concret du dilemme
biais-variance pour l’approximation d’une fonction cosinus par une régression
polynomiale est présenté en Figure 3.3.

Régularisation Tikhonov

Comment alors prendre en compte ce dilemme biais-variance ? Dans un
premier temps, on peut introduire dans le processus d’apprentissage un ou
plusieurs hyper-paramètres, dont la valeur détermine à quel point le modèle
est versatile. Ceci peut ainsi se traduire par une limitation de la complexité
du modèle (celle-ci impactant directement la variance du modèle) via des
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3.2. Régression linéaire

Figure 3.2 – Lorsque le modèle est peu versatile, on observe une forte erreur
à la fois sur le jeu d’entraînement et hors de celui-ci. Il s’agit de l’erreur liée
au biais, et nous sommes dans une situation de sous-entraînement. Lorsque
l’on fait varier les hyper-paramètres pour augmenter la versatilité du modèle,
l’erreur liée au biais ne fait que diminuer, ce que l’on retrouve sur le jeu d’en-
traînement, mais l’erreur liée à la variance augmente progressivement jusqu’à
atteindre une situation de sur-entraînement. La qualité de l’approximation di-
minue donc, ce qui se manifeste par une erreur sur le jeu de validation. Entre
sous-entraînement et sur-entraînement, il existe un optimum où la qualité de
l’approximation est la meilleure.

hyper-paramètres définissant par exemple le degré maximum d’un polynôme,
le nombre maximum d’harmoniques d’une série de Fourier, etc.
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3. Les algorithmes de régression

Figure 3.3 – On tente d’approximer la fonction t = cos(3π
2
x) à l’aide d’une

régression polynomiale, c’est-à-dire sous la forme t =
∑

j wj · fj(x) où les fj
sont les termes polynomiaux, les wj les coefficients. Un degré maximum est
fixé pour le polynôme, puis on calcule les fj(x) et on réalise une régression li-
néaire en moindre carrés pour déterminer les wj (cf. section 3.2.1). Le dilemme
biais-variance se manifeste ici dans le choix du degré maximum du polynôme,
qui entraîne du sous-apprentissage quand celui-ci est faible (en haut) et du
sur-apprentissage quand il est élevé (en bas). Un bon compromis entre biais
et variance (c’est-à-dire un degré maximum adapté) permet d’obtenir une ap-
proximation s’approchant raisonnablement de la fonction que l’on cherche à
approximer (au milieu).

La Généralisation de compétences robotiques 51
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Lorsque l’apprentissage passe par une minimisation d’erreur sur les données
d’entraînement, un hyper-paramètre peut aussi être le ratio déterminant l’im-
portance relative dans la valeur minimisée de l’erreur et d’un nouveau terme
— dit de régularisation — visant à pénaliser les solutions jugées moins aptes à
se généraliser à de nouvelles données. C’est le cas notamment dans la régulari-
sation Tikhonov, qui vient modifier l’objectif de la minimisation des moindres
carrés d’une régression linéaire, qui devient ainsi :

β̂ = argmin
β

∑
i

(ti − βTxi)2 + ‖Γβ‖2

On parle alors de régression d’arête (ridge regression en anglais). Il est courant
de choisir Γ comme un multiple de la matrice identité, et la minimisation
devient donc :

β̂ = argmin
β

∑
i

(ti − βTxi)2 + α‖β‖2

où α est un hyper-paramètre qu’il reste alors à choisir.
Si l’on choisit de prendre α = 0, on se ramène à la méthode des moindres

carrés et on cherche β̂ n’importe où dans RM , où M est le nombre de com-
posantes de x. À l’inverse, si l’on choisit de prendre une valeur élevée pour α,
s’éloigner de β = 0 entraîne rapidement un coût prohibitif, et l’espace de re-
cherche est alors réduit au voisinage 0. Jouer sur α permet donc ainsi d’influer
sur la taille de l’espace de recherche, et par conséquent sur la variabilité du
modèle.

Par ailleurs, le bais introduit par le terme de régularisation ‖β‖2 peut
s’interpréter comme une préférence, entre deux solutions fournissant des pré-
dictions de qualité similaire sur le jeu de données d’entraînement, pour celle
minimisant la somme des carrés des pentes, jugée plus apte à se généraliser
à de nouvelles données. De nombreuses situations de sur-entraînement étant
associées à des solutions dont certaines pentes sont très élevées, minimiser les
carrés des pentes permet ainsi de leur préférer des solutions dont les pentes
sont plus faibles.

Validation croisée

Si la valeur optimale des hyper-paramètres peut être choisie avec soin par
un expert ayant une bonne connaissance du problème, il est aussi possible
de la déterminer automatiquement via un procédé dit de validation croisée
(cross-validation en anglais). Ce procédé consiste à séparer les données du jeu
d’entraînement en deux jeux de données distincts, l’un constituant le nouveau
jeu d’entraînement, et l’autre constituant ce qu’on appelle le jeu de données
de validation. On peut alors fixer la valeur des hyper-paramètres, entraîner le
modèle sur le nouveau jeu de données d’entraînement, utiliser ce modèle pour
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faire des prédictions sur le jeu de données de validation, puis mesurer l’erreur
et ainsi estimer la qualité de l’approximation obtenue.

Comme illustré en Figure 3.2, lorsque la versatilité du modèle augmente on
s’attend à observer d’abord une amélioration de la qualité de l’approximation
(l’erreur liée au biais diminue plus vite que l’erreur liée à la variance ne monte),
puis une baisse de celle-ci (l’erreur liée au biais diminue plus lentement que
l’erreur liée à la variance ne monte). On peut donc faire varier la valeur des
hyper-paramètres, et utiliser le jeu de données de validation pour chercher
empiriquement l’optimum. Notons cependant que la validation croisée reste
coûteuse en données (car il faut assez de données pour constituer à la fois les
jeux de données d’entraînement et de validation) ainsi qu’en temps de calcul
(car il faut entraîner plusieurs fois le modèle, jusqu’à trouver l’optimum).

3.2.4 Maximum a posteriori

Similairement à la régression d’arête, la méthode du maximum a posteriori
permet d’introduire un biais dans le modèle pour limiter les risques de sur-
entraînement, en s’appuyant cette fois-ci sur une approche probabiliste.

On suppose que l’on a une connaissance a priori des valeurs de β qui peuvent
avoir généré les données. Pour l’exprimer, nous supposerons que les valeurs
réellement prises par β sont des tirages d’une variable aléatoire B, dont nous
connaissons donc la distribution de probabilité P(B). On supposera donc, avant
même de voir les données, que certaines valeurs de β ont plus de chances d’être
solution que d’autres et on parlera de distribution de probabilités a priori.

Plutôt que de maximiser la vraisemblance, qui avec B s’écrit donc ici
P(t0, t1, ..., tN , x0, x1, ..., xN |B = β), on s’intéressera à la distribution de proba-
bilités a posteriori de B, qui exprime la probabilité qu’une valeur donnée soit
solution :

P(B = β | t0, t1, ..., tN , x0, x1, ..., xN)

Celle-ci combine la distribution a priori et l’information provenant des don-
nées d’entraînement :

P(B = β | t0, t1, ..., tN , x0, x1, ..., xN)

=
P(B = β, t0, t1, ..., tN , x0, x1, ..., xN)∫
b
P(B = b, t0, t1, ..., tN , x0, x1, ..., xN)

=
P(t0, t1, ..., tN , x0, x1, ..., xN |B = β)P(B = β)∫
b
P(t0, t1, ..., tN , x0, x1, ..., xN |B = b)P(B = b)

La solution choisie par la méthode du maximum a posteriori est alors celle
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ayant la plus forte probabilité a posteriori :

β̂ = argmax
β

P(B = β | t0, t1, ..., tN , x0, x1, ..., xN)

= argmax
β

P(t0, t1, ..., tN , x0, x1, ..., xN |B = β)P(B = β)∫
b
P(t0, t1, ..., tN , x0, x1, ..., xN |B = b)P(B = b)

= argmax
β

P(t0, t1, ..., tN , x0, x1, ..., xN |B = β)P(B = β)

On remarque alors que si P(B) est une distribution de probabilités uniforme
(c’est-à-dire lorsqu’elle ne reflète pas réellement un biais), on retrouve la même
solution que pour la méthode du maximum de vraisemblance. En pratique,
on lui préférera cependant une distribution a priori P(B) introduisant une
régularisation, que l’on exprimera sous une forme facilitant la recherche d’une
solution analytique.

3.2.5 Régression d’angle minimal

La régression d’angle minimal (Least-Angle Regression en anglais, généra-
lement abrégé en LARS) est un algorithme itératif introduit par Efron et al.
[2004] et qui consiste à supposer initialement que toutes les composantes de β
sont nulles (i.e. ∀j, β (j) = 0), puis à modifier la valeur des β (j) en fonction de
la corrélation des x (j)

i aux résidus pour améliorer la qualité de la solution.
Pour cela, on sélectionne d’abord la dimension j0 telle que les x (j0)

i ont la
plus forte corrélation avec les résidus ri = ti − βTxi. On modifie alors β (j0) de
façon à diminuer cette corrélation, jusqu’à ce qu’il existe une autre dimension
j1 telle que la corrélation des x (j0)

i et des x (j1)
i avec les ri soient égales.

On continue ensuite en modifiant simultanément β (j0) et β (j1) pour réduire
cette corrélation, jusqu’à ce qu’il existe une dimension j2 telle que la corrélation
des x (j0)

i , des x (j1)
i et des x (j2)

i avec les ri soient égales, et ainsi de suite jusqu’à
ce que toutes les composantes des xi aient la même corrélation avec les ri et
qu’on ne puisse plus modifier simultanément les β (j) pour diminuer celle-ci.

Cette méthode est relativement peu coûteuse en calculs, et permet de gérer
efficacement des situations où le nombre de dimensions est significativement
plus grand que le nombre de points de données, en fournissant un moyen de
sélectionner les composantes pertinentes des xi et de laisser β (j) = 0 pour les
autres. Elle est cependant très sensible au bruit sur les ti, qui peut influer sur
les diverses corrélation et mener à la sélection en priorité de composantes peu
pertinentes.

3.2.6 Régression à vecteurs de support

La régression à vecteurs de support (Support Vector Regression en anglais,
généralement abrégé en SVR) approche le dilemme biais-variance assez dif-
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féremment des autres méthodes que nous avons vu jusqu’ici. Pour éviter de
rendre compte du bruit, on considère que les observations des ti sont bruitées et
que leurs valeurs réelles appartiennent à des intervalles [ti− ε, ti + ε] (Drucker
et al. [1997], Smola et Schölkopf [2004]).

Plutôt que de minimiser une erreur, il s’agit alors de trouver une solution
β̂ permettant d’atteindre tous ces intervalles :

∀i, β̂Txi ∈ [ti − ε, ti + ε]

i.e. ∀i, |ti − β̂Txi| ≤ ε

Si plusieurs solutions existent, on choisit alors celle qui minimise un terme
de régularisation :

β̂ = argmin
β

∀i, ti−βT xi ≤ ε
∀i, βT xi−ti ≤ ε

‖β‖2

En pratique, il peut cependant arriver qu’il n’existe pas de solution (à cause
de points aberrants par exemple). On préfèrera alors une version relâchée du
problème :

β̂ = argmin
β

∀i, ∃ ζi, ζ∗i ≥ 0

t.q.

{
ti−βT xi ≤ ε+ζi
βT xi−ti ≤ ε+ζ∗i

‖β‖2 + α ·
∑

0 ≤ i ≤ N

(ζi + ζ∗i )

où α est un hyper-paramètre déterminant l’importance relative du terme
de régularisation et de la tolérance aux résidus supérieurs à ε. Cette version
relâchée du problème est illustrée en Figure 3.4.

Le terme
∑

0 ≤ i ≤ N
(ζi + ζ∗i ) rappelle fortement une minimisation d’erreur en

norme L1 (somme des valeurs absolues des résidus) dans laquelle toute erreur
inférieure à ε serait négligée, ce qui revient donc à considérer que tous les
points dans un tube de rayon ε autour de l’approximation correspondent à
un coût nul dans la minimisation tandis que ceux en dehors du tube ont un
coût proportionnel à leur distance à celui-ci (la pente étant déterminée par
l’hyperparamètre α).

3.2.7 Les autres approches

Les approches présentées ci-dessus ne constituent qu’une petite partie des
approches de régression linéaire, que nous ne verrons pas toutes car elles
sont trop nombreuses. Présentons cependant certains aspects que celles-ci per-
mettent de couvrir.
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Figure 3.4 – Figure tirée de Smola et Schölkopf [2004]. Toute erreur inférieure
à ε est négligée, ce qui revient à considérer que tous les points dans un tube de
rayon ε autour de l’approximation correspondent à un coût nul dans la mini-
misation. À l’inverse, les points en dehors du tube ont un coût proportionnel
à leur distance à celui-ci (la pente étant déterminée par l’hyperparamètre α).

Hétéroschédasticité

Les approches que nous avons présentées jusqu’ici supposaient une homo-
schédasticité des données, c’est-à-dire que les variables aléatoires qui les dé-
crivent aient toutes la même variance finie. Il existe cependant des approches
supposant l’hétéroschédasticité des données, c’est-à-dire que chaque point de
données soit associé à sa propre variance.

On trouvera notamment parmi ces méthodes celle des moindres carrés pon-
dérés (Weighted Least Squares en anglais), dans laquelle le terme minimisé dé-
pendra cette fois de poids wi, les inverses des variances σ2

i sur les valeurs que
peuvent prendre les ti :

β̂ = argmin
β

∑
i

wi · r2i = argmin
β

∑
i

(ti − βTxi)2

σ2
i

Approches incrémentales

Les approches que nous avons présentées jusqu’ici supposaient également
que toutes les données soient disponibles dès le départ. La disponibilité sou-
daine de nouveaux points de données pourrait donc en principe nécessiter de
repartir de zéro pour déterminer la nouvelle solution optimale. Il existe cepen-
dant des approches dites incrémentales, qui supposent que les données arrivent
au fur et à mesure et que chaque ajout de nouveaux points de données doit
permettre d’améliorer progressivement la solution.

Ceci pourra notamment être fait à l’aide d’une descente de gradient stochas-
tique (Stochastic Gradient Descent en anglais, généralement abrégé en SGD),
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qui consiste à améliorer itérativement la solution β en calculant le gradient de
la somme des carrés des résidus par rapport à celle-ci, c’est-à-dire le vecteur

dont la j-ème composante est
∂ (
∑

i r
2
i )

∂β (j)
, puis en modifiant β le long de ce

gradient dans le sens qui fait diminuer l’erreur jusqu’à atteindre un minimum.
À l’ajout de nouveaux points de données, on pourra donc prendre en compte
ces derniers dans le calcul du gradient afin d’atteindre un nouveau minimum.

3.2.8 Limites de ces approches

Le problème de régression qui nous intéresse dans cette thèse (cf. chapitre
2) consiste à chercher à approximer une fonction qui est C∞ localement mais
pas globalement, sans connaître à l’avance les frontières entre les régions où la
fonction est C∞.

Pour qu’une fonction de la forme
∑
j

wj · fj(x) ne soit pas C∞ en un point,

il faut qu’au moins une des fonctions fj ne soit pas C∞ en ce point. Lors
du choix de la famille de fonctions (fj)j ∈ J0,MJ, ne connaissant pas encore les
points qui constituent les frontières, il nous est impossible de choisir des fj
qui soient C∞ en-dehors de celles-ci sans être globalement C∞. Les approches
que nous avons vues en section 3.2 ne sont donc pas directement utilisables
pour chercher une approximation qui soit C∞ localement mais pas globalement
(mais nous verrons par la suite qu’elles peuvent être utilisées au sein d’autres
approches).

3.3 Régression non paramétrique

Pour nous affranchir de ce problème, nous allons à présent nous intéresser
à un autre type d’approches : la régression non paramétrique. Plutôt que d’uti-
liser le jeu d’entraînement pour chercher une approximation sous une forme
donnée fapprox en déterminant le meilleur vecteur ϑ tel que t = fapprox(ϑ, x),
les approches de régression non paramétrique construisent directement l’ap-
proximation sur les données d’entraînement.

Il s’agit ainsi d’approches intrinsèquement locales, où l’estimation de t en un
point dépend principalement des valeurs prises par les points du jeu de données
d’entraînement les plus proches. Cette localité rend ces méthodes particulière-
ment adaptées pour l’approximation de fonctions qui ne sont pas globalement
C∞, voire qui ne sont pas continues. Voyons-en quelques unes.

3.3.1 Algorithme des k plus proches voisins

La régression via l’algorithme des k plus proches voisins (k-nearest neigh-
bour en anglais, généralement abrégé en k-NN) est la forme la plus simple de
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régression non-paramétrique. Elle consiste, étant donnés un entier k et une dis-
tance d sur l’espace des xi, à estimer la valeur de t en chaque x en déterminant
les k points du jeu de données d’entraînement pour lesquels d(xi, x) prend les
plus faibles valeurs, puis à moyenner la valeur des ti correspondants (Altman
[1992]).

Cet algorithme est illustré dans le cas de l’approximation de la fonction
x 7→ |sin(x)| en Figure 3.5. On peut à cette occasion remarquer que l’approxi-
mation fournie par l’algorithme des plus proches voisins est localement C∞ (là
où elle est constante) mais pas globalement. On peut également remarquer que
k est un hyper-paramètre qui joue sur le compromis entre biais et variance :
choisir k = 1 mène à une situation de sur-entraînement (ce que l’on peut voir
dans la partie supérieure de la Figure 3.5), alors qu’une valeur de k très élevée
mènerait à l’inverse à une situation de sous-entraînement où l’approximation
est une fonction constante qui associe chaque x à la moyenne de tous les ti.

Figure 3.5 – Approximation de la fonction x 7→ |sin(x)| sur [0, 5] à l’aide de
l’algorithme des k plus proches voisins, pour k = 1 (en haut) et k = 3 (en bas).
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3.3.2 Régression par la méthode du noyau

La régression par la méthode du noyau (Kernel Regression en anglais) est
une généralisation de l’algorithme des k plus proches voisins. Dans cette nou-
velle approche, plutôt que de calculer une moyenne à partir de quelques points
contribuant à part égale, on s’intéresse à une moyenne pondérée dans laquelle
tous les points contribuent à l’estimation en fonction de leur proximité (Altman
[1992]).

Pour estimer t en x, chaque point (xi, ti) du jeu d’entraînement est donc
associé à un poids en fonction de la proximité entre x et le xi, qui détermine
l’importance de ti dans la moyenne pondérée :

t =

∑
i k(x, xi) · ti∑
i k(x, xi)

où k est une fonction dite fonction noyau, qui mesure la similarité entre ses
arguments et généralement choisie sous forme gaussienne :

k(a, b) = exp

(
−1

2
(a− b)TΛ−1(a− b)

)
où Λ est une matrice diagonale attribuant un facteur d’échelle à chaque di-
mension, déterminant pour celle-ci à quelle vitesse le poids doit diminuer avec
la distance entre les points.

Cet algorithme est illustré dans le cas de l’approximation de la fonction
x 7→ |sin(x)| en Figure 3.6. On peut remarquer que les valeurs sur la diagonale
de Λ sont des hyper-paramètres jouant sur la localité de la régression, et que
similairement à l’algorithme du plus proche voisin elles permettent de jouer
sur le compromis entre biais et variance.

3.3.3 LOESS et régression localement pondérée

LOESS (pour LOcal regrESSion en anglais) est un algorithme proche de
l’algorithme des k plus proches voisins mais qui — plutôt que de moyenner les
valeurs des ti de ces voisins — effectue une régression linéaire en moindre carrés
sur ceux-ci pour en déduire une approximation locale et estimer la valeur de t
(Cleveland et Devlin [1988]).

De même que l’algorithme des k plus proches voisins pouvait être généra-
lisé pour donner la régression par la méthode du noyau, la méthode LOESS
peut être généralisée pour donner un algorithme appelé régression localement
pondérée (Locally Weighted Regression en anglais). La régression localement
pondérée s’appuie à nouveau sur une fonction noyau pour attribuer un poids
à chaque point du jeu d’entraînement (Schaal et Atkeson [1994]), celle-ci étant
là encore généralement choisie sous forme gaussienne :

k(a, b) = exp

(
−1

2
(a− b)TΛ−1(a− b)

)
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Figure 3.6 – Approximation de la fonction x 7→ |sin(x)| sur [0, 5] à l’aide

d’une régression par la méthode du noyau, pour Λ =

(
1

15

)
(en haut) et

Λ =

(
1

3

)
(en bas).

où Λ est une matrice diagonale attribuant un facteur d’échelle à chaque di-
mension, déterminant pour celle-ci à quelle vitesse le poids doit diminuer avec
la distance entre les points.

Pour estimer la valeur de t en x, il s’agit alors de réaliser une régression
linéaire en moindre carrés pondérés dans laquelle chaque point (xi, ti) du jeu
d’entraînement se voit attribuer le poids k(x, xi). Il s’agit donc d’une régression
de la forme :

β̂ = argmin
β

∑
i

k(x, xi) · r2i = argmin
β

∑
i

k(x, xi) · (ti − βTxi)2

Cette régression fournit alors un approximation locale que l’on peut utiliser
pour estimer t en x.

Cet algorithme est illustré dans le cas de l’approximation de la fonction
x 7→ |sin(x)| en Figure 3.7. On peut remarquer que là-encore les valeurs sur la
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Figure 3.7 – Approximation de la fonction x 7→ |sin(x)| sur [0, 5] à l’aide

d’une régression localement pondérée, pour Λ =

(
1

10

)
(en haut) et Λ =

(
1

2

)
(en bas).

diagonale de Λ (hyper-paramètres de la fonction noyau) permettent de jouer
sur la localité de la régression, et ainsi sur le compromis entre biais et variance.

3.3.4 Processus gaussiens

Dans la régression vers un processus gaussien (Gaussian Process Regression
en anglais), aussi appelée krigeage (kriging en anglais), l’estimation de la valeur
de t au point x repose sur l’hypothèse suivante :[

vt
t

]
∼ N

(
0, K + σ2IN+1

)
où vt est le vecteur des ti, σ2 est la variance du bruit (supposé gaussien), et
K est une matrice de covariance décrivant le couplage entre les différentes
observations (Lázaro-Gredilla et al. [2012]). K et σ jouent alors le rôle de
paramètres du modèle : si leurs valeurs sont connues, on peut calculer analy-
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tiquement l’espérance de la distribution et ainsi obtenir notre estimation de t
en x.

On fait l’hypothèse supplémentaire que la matrice K peut être exprimée
à l’aide d’une fonction k connue, appelée fonction de covariance, de la façon
suivante :

Ki,j =


k(x, x) si i = j = N
k(xi, x) si 0 ≤ i < N et j = N
k(x, xj) si i = N et 0 ≤ j < N
k(xi, xj) si 0 ≤ i < N et 0 ≤ j < N

La fonction k est alors généralement choisie sous forme gaussienne :

k(a, b) = σ2
0 exp

(
−1

2
(a− b)TΛ−1(a− b)

)
où σ2

0 est la variance sur la valeur d’un point donné et Λ est une matrice dia-
gonale attribuant un facteur d’échelle à chaque dimension, déterminant pour
celle-ci à quelle vitesse la corrélation diminue avec la distance entre les points.

Figure 3.8 – Approximation de la fonction x 7→ |sin(x)| sur [0, 5] à l’aide
d’une régression vers un processus gaussien, pour des données non bruitées (en
haut) et bruitées (en bas).
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Avec cette hypothèse, les paramètres de notre modèle sont désormais σ, σ0
et les termes diagonaux de Λ. Il reste alors à déterminer les valeurs pour ces
paramètres pour pouvoir calculer l’espérance et la variance de t en x. On peut
pour cela suivre une logique de maximum de vraisemblance ou de maximum a
posteriori, par exemple à l’aide d’une descente de gradients. Cet algorithme est
illustré dans le cas de l’approximation de la fonction x 7→ |sin(x)| en Figure
3.8.

3.3.5 Limite de ces approches

Nous venons donc de voir quelques approches de régression non paramé-
trique, intrinsèquement locales, et que celles-ci fournissent d’assez bonnes ap-
proximations malgré le fait que la fonction que l’on cherche à approximer n’est
pas C∞ sur l’ensemble de son domaine de définition.

Si ces méthodes pourraient par conséquent fournir une piste pour approxi-
mer un modèle direct global, force est de constater qu’elles ne permettent pas
d’en partitionner le domaine de définition pour en extraire des modèles directs
locaux tels que décrits en chapitre 2, et dont on pourrait tirer une interpréta-
tion sémantique.

De plus, si la localité permet d’aboutir à une approximation qui n’est pas
globalement C∞, elle force aussi l’estimation de t en un point x à être déter-
minée par le voisinage de x, en n’utilisant pas ou peu les autres points d’en-
traînement. On peut s’attendre à ce que des méthodes qui partitionneraient le
domaine de définition et associeraient chaque sous-domaine à une approxima-
tion C∞ puissent à l’inverse tirer partie de cette régularité pour permettre aux
approximations locales d’utiliser tous les points de données d’entraînement
appartenant au sous-domaine correspondant. De telles méthodes pourraient
donc être plus efficaces en termes de données d’entraînement (i.e. mener à des
approximations de meilleure qualité à l’aide de moins de points de données).

3.3.6 Cas des réseaux de neurones

Un autre type d’approches qui souffre des mêmes limites pour notre pro-
blème couvre les approches s’appuyant sur des réseaux de neurones artificiels
(artificial neural networks en anglais).

Un neurone artificiel est une fonction de la forme x 7→ φ(
∑

iwixi), où les
xi sont les diverses coordonnées de x, les wi des poids attribués à chacune de
ces coordonnées, et φ une fonction R → R (on parle de fonction d’activation
du neurone).

Des fonctions plus complexes peuvent être construites à partir de nombreux
neurones suivant une logique de composition, les valeurs d’entrée des uns étant
un vecteur des valeurs de sortie de plusieurs autres. Ce qu’on appelle un réseau
de neurones est alors le résultat d’une telle composition (Goodfellow et al.
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[2016]), et on le représente généralement par un graphe orienté dont les nœuds
sont les neurones et dont les arcs reflètent la structure des compositions.

L’utilisation de compositions permet aux réseaux de neurones d’être des
modèles très expressifs, et en particulier ceux mettant en jeu de nombreuses
compositions successives et que l’on appelle réseaux profonds (deep networks
en anglais), et ils sont par conséquent très utilisés dans le domaine de l’ap-
prentissage automatique et notamment en régression. Le nombre de neurones,
la structure des compositions, et les fonctions d’activations des neurones sont
alors généralement fixées en amont de l’apprentissage, tandis que les poids sont
déterminés à l’aide du jeu de données d’entraînement. On utilise pour cela
une descente de gradient stochastique (cf. 3.2.7), c’est-à-dire que l’on améliore
itérativement les poids depuis des valeurs initiales arbitraires (souvent prises
aléatoirement) le long du gradient des résidus.

L’expressivité des réseaux de neurones leur permet de fournir d’assez bonnes
approximations même lorsque la fonction que l’on cherche à approximer n’est
pas C∞ sur l’ensemble de son domaine de définition, et pourraient donc éga-
lement fournir une piste pour approximer un modèle direct global.

Malheureusement, comme nous le disions plus haut, les approches s’ap-
puyant sur les réseaux de neurones souffrent de limitations similaires à celles
des approches non-paramétriques : elles sont réputées pour être très gour-
mandes en données d’entraînement, et elles ne permettent pas de partitionner
le domaine de définition pour en extraire des modèles directs locaux tels que
décrits en chapitre 2, et dont on pourrait tirer une interprétation sémantique.

3.4 Mélange d’experts

Une autre façon d’aborder la localité est celles des approches dites de mé-
lange d’experts (mixture of experts en anglais). Ces approches reposent sur
l’entraînement de différents experts, — des approximations locales centrées sur
une position de l’espace — couplés à des fonctions déterminant l’influence de
chaque expert en chaque point de l’espace (Jacobs et al. [1991]). Lorsque l’on
estime la valeur de t en x, chaque expert fournit donc sa propre estimation, puis
ces estimations sont ensuite combinées en fonction de leurs influences relatives
en x.

De telles approches peuvent être appliquées à l’apprentissage de modèles
directs (Wolpert et Kawato [1998]) et constituent une piste prometteuse pour
résoudre notre problème, les approximations locales C∞ que nous recherchons
pouvant en principe être exprimées sous la forme d’un ensemble d’experts bien
choisis et correctement localisés dans l’espace. Passons en revue quelques unes
de ces méthodes.
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3.4.1 Régressions locales pondérées et régression pondé-
rée par des champs récepteurs

La méthode des régressions locales pondérées (à ne pas confondre avec la
régression localement pondérée vue en 3.3.3, avec laquelle elle partage souvent
le nom de Locally Weighted Regression en anglais) est une forme simple de
mélange d’experts, dans laquelle les experts sont obtenus en choisissant ar-
bitrairement un nombre quelconque M de points (cj)j ∈ J0,MJ du domaine de
définition, puis en réalisant une régression en moindre carrés pondérés autour
de chacun de ces points.

Dans la régression centrée sur chacun des cj, les poids des points d’entraî-
nement sont déterminés par leur proximité avec cj similairement à ce que nous
avons vu plus haut dans le cas de la régression localement pondérée (cf. 3.3.3),
c’est-à-dire à l’aide d’une fonction k généralement choisie sous forme gaus-
sienne. Les solutions (β̂j)j ∈ J0,MJ de ces régressions définissent alors chacune
une approximation, un expert. L’estimation de t au point x s’obtient ensuite
à l’aide d’une moyenne pondérée des estimations fournies par ces experts, les
poids étant là-encore fournis par k (Stulp et Sigaud [2015]) :

t =

∑
j k(x, cj) · β̂Tj x∑

j k(x, cj)

La régression pondérée par des champs récepteurs (Receptive Field Weighted
Regression en anglais, généralement abrégé en RFWR) est un algorithme in-
crémental (Schaal et Atkeson [1997]) qui peut être vu comme une version incré-
mentale la méthode des régressions locales pondérées. Cette incrémentalité se
retrouve à trois niveaux : au niveau des régressions locales, qui sont désormais
réalisées à l’aide d’un algorithme de moindre carrés incrémental (algorithme
des moindres carrés récursifs), au niveau des poids des points d’entraînement
dans ces régressions, qui sont attribués à l’aide de gaussiennes centrées sur les
cj et dont les matrices de covariances peuvent être adaptées, et au niveau des
centres des régressions eux-mêmes (appelés champs récepteurs), les positions
des cj pouvant être modifiées et de nouveaux centres ajoutés.

3.4.2 Réduction de la dimensionnalité et régression pro-
jective localement pondérée

L’analyse en composantes principales (Pincipal Component Analysis en an-
glais, généralement abrégé en PCA) est une méthode qui consiste à projeter les
valeurs de x vers un espace de plus faible dimension (Wold et al. [1987]). On
dit alors qu’il s’agit d’une méthode de réduction de la dimensionnalité. Pour
cela, on calcule la matrice de covariance des valeurs de x, puis on en cherche
les valeurs et vecteurs propres. Chaque valeur propre ainsi trouvée correspond
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à la variance des données d’entraînement le long de son vecteur propre asso-
cié. On peut alors projeter les valeurs de x sur la base des vecteurs propres
dont les valeurs propres sont non nulles (ce qui revient à éliminer les redon-
dances), voire sur celle des vecteurs propres dont les valeurs propres sont les
plus grandes (qui sont souvent jugées plus pertinents).

La méthode des moindre carrés partiels, aussi appelée projection sur la
structure latente (Partial Least Squares ou Projection to Latent Structure en
anglais, généralement abrégés en PLS), est une autre méthode de réduction
de la dimensionnalité qui consiste, lors d’une régression linéaire, à projeter
les valeurs de x et t sur de nouveaux espaces avant de réaliser la régression en
moindre carrés (Geladi et Kowalski [1986]). Contrairement à PCA, qui projette
les valeurs de x sur les directions de l’espace le long desquelles elles ont les plus
fortes variances, c’est aux directions de l’espace le long desquelles x et t sont
les plus corrélées que PLS s’intéresse.

PLS peut être combinée avec d’autres formes de régression. On pensera no-
tamment à la méthode desmoindre carrés partiels localement pondérés (Locally
Weighted Partial Least Squares en anglais, généralement abrégé en LW-PLS),
une variation de la régression localement pondérée dans laquelle on utilise PLS
avant chaque régression locale (Kim et al. [2011]).

La régression projective localement pondérée (Locally Weighted Projection
Regression en anglais, généralement abrégé en LWPR) est quant à elle une
forme de mélange d’experts combinant RFWR et PLS (Stulp et Sigaud [2015]).
Plus précisément, il s’agit d’une variation de RFWR dans laquelle on utilise la
méthode des moindre carrés partiels itératifs non-linéaires (Nonlinear Iterative
Partial Least Squares en anglais, généralement abrégé en NIPALS) — une
forme itérative de PLS (Geladi et Kowalski [1986]) — pour que les régressions
locales soient effectuées après avoir projeté les valeurs de x et t (Vijayakumar
et Schaal [2000]).

3.4.3 XCSF

XCSF est une forme de mélange d’experts assez similaire à RFWR, en cela
qu’elle détermine automatiquement des centres autour desquels sont réalisés
des régressions locales pour entraîner des experts (Sigaud et al. [2011]). Elle
comporte cependant quelques différences avec RFWR, la plus notable étant
l’utilisation d’un algorithme génétique pour gérer la population des centres (et
de leurs matrices de covariances associées).

Une autre différence notable est la façon de combiner les estimations four-
nies par les différents experts. Si l’estimation de t en x résulte ici aussi de la
combinaison linéaire des estimations fournies par les divers experts, les gaus-
siennes qui définissent les influences relatives de ces experts ne servent plus di-
rectement de poids dans cette combinaison linéaire. Au lieu de ça, elles servent
de fonctions d’activation, les modèles dont la fonction d’activation dépasse un
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certain seuil en x étant ainsi considérés actifs et ceux dont elle reste en-dessous
de ce seuil étant considérés inactifs. Pour estimer t en x, on attribue alors un
poids 0 à tous les modèles inactifs en x, tandis que le poids des autres modèles
correspond à leur fitness, c’est-à-dire à leur score dans l’algorithme génétique
(le score d’un modèle est mis à jour à chaque fois que celui-ci est actif durant
l’entraînement, augmentant lorsqu’il fournit une estimation de bonne qualité
et diminuant dans le cas contraire).

3.4.4 Utilisation de la distribution des données

Certaines approches s’appuyant sur le mélange d’experts cherchent à tirer
parti du fait que les valeurs prises par x et t n’occupent pas toujours unifor-
mément les espaces dans lesquelles celles-ci sont représentées. On citera par
exemple Oudeyer et al. [2007], dont l’algorithme itératif IAC entraîne un mo-
dèle linéaire par région de l’espace des x (possiblement une seule initialement),
et la subdivise dès que le nombre de points de données d’entraînement qu’elle
contient dépasse un certain seuil — ce qui permet d’obtenir une approximation
plus fine là où les données sont plus denses.

On pourra citer également da Silva et al. [2012], qui suppose que les valeurs
prises par t appartiennent à des surfaces (ou plus précisément des variétés)
de plus petites dimensions que l’espace dans lequel elles sont représentées,
et utilise l’algorithme ISOMAP (Tenenbaum et al. [2000]) pour essayer de
découvrir ces surfaces et ainsi découper l’espace des t en régions. Il suppose
ensuite que chacune de ces régions est l’image d’une région de l’espace des
x par la fonction à approximer, ce qui lui permet d’une part d’entraîner un
algorithme de classification pour segmenter l’espace des x en ces régions, et
d’autre part d’entraîner un expert sur chacune d’entre elles.

3.4.5 Limites des méthodes existantes

Le problème de régression qui nous intéresse dans cette thèse consiste à
chercher les sous-espaces les plus grands sur lesquels la fonction à approxi-
mer est C∞ et à trouver des approximations locales sur ces sous-espaces (cf.
chapitre 2). Toute solution à ce problème étant composée d’un ensemble d’ap-
proximations locales et d’un découpage de l’espace en régions où une seule
de ces approximations est active, elle prend de facto la forme d’un mélange
d’experts.

Cependant, tout mélange d’experts C∞ rendant compte des données d’en-
traînement n’est pas nécessairement la solution que nous cherchons. Il est par
exemple possible — quelle que soit la fonction à approximer — de sur-entraîner
un modèle C∞ très versatile pour rendre compte de l’ensemble des points d’en-
traînement et ainsi aboutir à un unique expert. À l’inverse, une régression par
la méthode des k plus proches voisins (cf. section 3.3.1) avec k = 1 aboutit à
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un expert C∞ pour chaque point d’entraînement. Il s’agit donc non seulement
de trouver un mélange d’experts C∞ rendant compte des données d’entraîne-
ment, mais aussi que ce mélange d’experts correspondent à un bon compromis
entre la taille des régions et la versatilité des approximations locales pour que
les régions trouvées correspondent bien aux sous-espaces les plus grands sur
lesquels la fonction à approximer est C∞.

Les algorithmes de mélange d’experts que nous venons de voir — et pour
autant que nous puissions juger, ceux présents dans la littérature également —
semblent assez peu adaptés à la recherche de ce meilleur compromis. La plu-
part d’entre eux s’appuient sur des approximations locales dont la versatilité
est fixée et se focalisent sur la détermination du nombre de ces experts et leur
assignation à des régions pour rendre compte au mieux des données d’entraî-
nement, ce qui peut aisément mener à des modèles trop versatiles qui couvrent
une région trop grande, ou à plusieurs modèles trop peu versatiles pour couvrir
ce qui ne devrait être qu’une seule région. L’alternative n’est guère mieux : dé-
terminer des régions avant d’entraîner les approximations locales s’appuie soit
sur la distribution des valeurs de x — qui est a priori indépendante de la
fonction que l’on cherche à approximer — soit sur celle des valeurs de t mais
(comme nous avons pu le voir dans la section précédente) en s’appuyant sur
des hypothèses très fortes qui ne peuvent pas être faites dans le cas général.

3.5 Conclusion

Dans ce chapitre nous avons passé en revue différents algorithmes de régres-
sion pour en chercher un adapté au problème qui nous intéresse : déterminer
les sous-espaces les plus grands sur lesquels la fonction à approximer est C∞

et trouver des approximations locales sur ces sous-espaces.
Nous nous sommes d’abord intéressés aux algorithmes de régression li-

néaire, qui bien que non directement applicables à notre problème nous ont
permis d’aborder certains enjeux des problèmes de régressions. Ces algorithmes
peuvent d’autre part être étendus à des cas non-linéaires, et sont à la base de
la plupart des algorithmes plus avancés. Nous avons cependant vu que même
étendus à des cas non-linéaires, ils restent insuffisant pour traiter le problème
qui nous intéresse car ils ne sont pas assez expressifs pour approximer de façon
satisfaisante des fonctions qui sont localement C∞ mais pas globalement.

Nous avons donc ensuite considéré les algorithmes de régression non para-
métrique, particulièrement adaptés à l’approximation de fonctions qui ne sont
pas globalement C∞, mais ces méthodes se sont avérées trop locales pour ti-
rer parti efficacement des données, et ne permettent de plus pas réellement
de partitionner le domaine de définition en sous-espaces distincts. Nous nous
sommes par conséquent tournés vers une autre façon d’aborder la localité :
les algorithmes de mélange d’experts. Si cette approche semble parfaite pour
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notre problème, nous avons toutefois constaté que les algorithmes existants
s’intéressent peu à la question du compromis entre le nombre des experts et la
versatilités de ceux-ci, qui paraît pourtant cruciale à notre cas d’application.
Tout ceci est résumé dans le tableau présenté en Table 3.1.

Dans le prochain chapitre, nous nous intéresserons plus en détail à ce com-
promis entre nombre et versatilité des experts et verrons comment ceci peut
mener à un nouvel algorithme de mélange d’experts.
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Chapitre 4

L’algorithme COCOTTE

Précédemment, nous avons ramené notre problème d’apprentissage de com-
pétences paramétrées à un problème de régression vers une fonction localement
C∞ (chapitre 2), l’enjeu étant alors de déterminer les plus grands sous-espaces
du domaine de définition sur lesquels elle est C∞ et de déterminer des approxi-
mations locales à ces espaces.

Nous avons ensuite passé en revue divers algorithmes de régression (chapitre
3) et établi qu’une approche de type mélange d’experts serait appropriée, mais
que les algorithmes présents dans la littérature s’intéressent peu à une question
qui semble ici un enjeu essentiel : le compromis entre le nombre d’experts et
la versatilité de ceux-ci.

Dans ce chapitre, nous allons nous intéresser plus en détail à cette question,
puis nous introduirons COCOTTE, l’algorithme de mélange d’experts que nous
avons développé pour y répondre.

4.1 Le compromis entre le nombre et la versati-
lité des experts

4.1.1 Rappel du problème

Reprenons l’exemple vu en section 2.3.5 de l’approximation d’une fonction
échelon. La fonction échelon comporte une unique discontinuité, de part et
d’autre de laquelle elle est localement C∞ et constante. Nous souhaitons donc
d’une part identifier cette discontinuité pour partitionner l’espace le long de
celle-ci, et d’autre part trouver une approximation constante locale sur chacun
des sous-espaces ainsi créés. Supposons maintenant que nous n’avons pas ac-
cès à la fonction échelon mais seulement à un jeu de données d’entraînement :
comment alors caractériser ce mélange d’experts que nous venons de décrire ?
Plus généralement, comment caractériser le mélange d’experts qui partitionne
l’espace en ses plus grands sous-espaces sur lesquels la fonction à approximer
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est localement C∞, en s’appuyant uniquement sur les points de données d’en-
traînement pour la caractérisation ?

Comme nous avons vu au chapitre précédent (cf. section 3.4.5), trouver des
régions sur lesquelles des experts C∞ peuvent rendre compte localement des
points de données ne suffit pas (auquel cas de nombreux mélanges d’experts
seraient solution, y compris celui fourni par l’algorithme des k plus proches
voisins avec k = 1, voir Figure 4.1). Il ne s’agit pas non plus simplement de
chercher les plus grandes régions sur lesquelles des approximations locales C∞

rendant compte des points de données peuvent être trouvées (auquel cas la série
de Fourier de notre fonction échelon à un ordre assez élevé serait solution, voir
Figure 4.1 également).

Figure 4.1 – Approximation de la fonction échelon d’Heaviside (en vert) par
sa série de Fourier à l’ordre 30 (en rouge), et par la méthode des 1-plus proches
voisins (en bleu).

Nous savons donc que divers mélanges d’experts C∞ permettent de rendre
compte des points de données d’entraînement, et que parmi ceux-ci il est pos-
sible de tomber dans deux écueils : avoir un nombre trop important d’experts
peu versatiles (comme dans le cas du plus proche voisin) ou avoir un nombre
pas assez important d’experts trop versatiles (comme dans le cas de la série de
Fourier). Éviter le premier écueil requiert de donner aux experts la versatilité
dont ils ont besoin pour pouvoir rendre compte des données au sein des régions
qui ne doivent pas être scindées, mais éviter le second requiert de donner suf-
fisamment peu de versatilité à ces experts pour qu’ils ne puissent pas fournir
une approximation C∞ là où la fonction à approximer ne l’est pas.

Nous sommes donc face à une situation assez similaire au dilemme biais-
variance (cf. section 3.2.3), et la question que nous devrons nous poser pour
caractériser le mélange d’experts que nous recherchons est donc la suivante :
comment choisir la versatilité des divers experts pour éviter de tomber dans
ces écueils ?
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4.1.2 Et si on utilisait la validation croisée ?

Dans le cas du dilemme biais-variance, nous avons vu qu’une approche pos-
sible était de lier la versatilité à des hyper-paramètres, puis de recourir à la
validation croisée (cf. section 3.2.3) : scinder les données d’entraînement en
deux jeux de données distincts, utiliser le premier pour entraîner un modèle
successivement avec diverses valeurs des hyper-paramètres, et le second pour
évaluer la qualité des approximations ainsi obtenues. On peut ainsi rechercher
empiriquement le compromis biais-variance qui mène aux meilleures perfor-
mances hors de son jeu d’entraînement.

Dans le cas des mélanges d’experts, les hyper-paramètres que l’on ferait
varier seraient d’une part ceux qui déterminent la versatilité des experts (degré
maximum d’un polynôme, nombre d’harmoniques d’une série de Fourier, etc),
et d’autre part le nombre d’experts. Pourrait-on alors simplement explorer
l’espace de ces hyper-paramètres jusqu’à trouver ceux qui minimisent l’erreur
sur le jeu de validation ?

Tout d’abord, nous devons nous demander si la versatilité des divers experts
serait déterminée individuellement pour chacun d’entre eux par un jeu d’hyper-
paramètres dédié, ou collectivement par un jeu d’hyper-paramètres communs.
Nous savons que les experts que nous souhaitons trouver doivent correspondre
à des restrictions de la fonction à approximer aux sous-espaces sur lesquels
celle-ci est C∞. Si nous ne faisons pas d’hypothèses supplémentaires sur cette
fonction, il n’y a pas de raison a priori de penser que ces restrictions ont
la même forme. Certaines peuvent par exemple être des fonctions constantes
tandis que d’autres sont des fonctions d’une grande complexité. Fixer la ver-
satilité des experts via un même jeu d’hyper-paramètres entraînerait donc un
risque d’avoir simultanément du sur-entraînement pour certains experts et du
sous-entraînement pour d’autres, voire d’avoir simultanément un expert qui
est suffisamment versatile pour approximer la fonction là où elle n’est pas C∞

et plusieurs experts au lieu d’un là où elle l’est. Pour recourir à la validation
croisée, il faudrait donc fixer la versatilité de chaque expert indépendamment
de celles des autres.

Rappelons cependant que la validation croisée est un procédé coûteux en
ressources. Elle requiert d’une part un nombre important de données (pour
pouvoir constituer à la fois le jeu de données d’entraînement et celui de va-
lidation), données qui sont coûteuses à acquérir dans un contexte où chaque
point de données est le résultat d’une interaction entre le robot et son envi-
ronnement pouvant prendre quelques secondes voire quelques dizaines de se-
condes. La validation croisée est d’autre part coûteuse en puissance de calcul,
car chaque évaluation d’une instance d’hyper-paramètres implique de réaliser
une régression sur le jeu d’entraînement entier ainsi que d’estimer la fonc-
tion en chaque point du jeu de données de validation. La taille de l’espace de
recherche augmentant exponentiellement avec le nombre d’hyper-paramètres,
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fixer la versatilité de chaque expert indépendamment de celles des autres de-
vient rapidement prohibitif. La validation croisée semble donc peu adaptée à
l’utilisation que nous souhaitons en faire, et nous allons par conséquent nous
orienter vers une autre approche.

4.1.3 Utilisation de la complexité : le rasoir d’Ockham

Le rasoir d’Ockham

Le principe duquel nous allons nous inspirer est un principe connu de longue
date, appelé le rasoir d’Ockham. Le rasoir d’Ockham est un rasoir philoso-
phique (c’est-à-dire d’un principe permettant de trancher entre diverses ex-
plications d’un même phénomène) aussi appelé “principe de simplicité”, “prin-
cipe d’économie” ou “principe de parcimonie”, et qui s’exprime souvent en ces
termes : “lorsque diverses explications permettent de rendre compte d’un en-
semble observations, il faut privilégier la plus simple”. Le rasoir d’Ockham a
servi d’inspiration à de nombreux travaux, menant à diverses façons d’expri-
mer la complexité d’un modèle (qui lui donne sa versatilité), ainsi qu’à divers
résultats théoriques s’appuyant sur celles-ci.

Il est important de noter que toutes les définitions de complexité ne se
valent pas, et que certaines peuvent revêtir un caractère arbitraire. De plus,
des familles de fonctions ayant une forte complexité pour certaines définitions
peuvent en avoir une faible pour d’autres, et inversement. On pourrait par
exemple comparer la VC-dimension (voir plus loin) d’une famille de fonctions
à une complexité arbitraire telle que le nombre de paramètres à l’aide duquel
les fonctions de cette famille s’expriment. À titre d’exemple, si on suppose des
fonction R→ R permettant de choisir la classe du point x parmi deux classes
selon le signe du résultat, la famille des fonctions x 7→ sin(α · x) avec α ∈ R
correspond à une VC-dimension infinie bien qu’il n’y ait qu’un seul paramètre,
alors que la familles des fonctions x 7→ α · x+ β + γ avec α, β, γ ∈ R corres-
pond à une VC-dimension égale à 2 bien qu’il y ait cette fois 3 paramètres.

Notons cependant que l’arbitraire de certaines définitions de complexité ne
les empêche pas nécessairement de coïncider en pratique avec d’autres défini-
tions plus rigoureuses. Ainsi, si on se restreint à une certaine forme de familles
de fonctions comme la famille des série de Fourier de rang i ou moins (avec i un
entier propre à chaque famille), une mesure de complexité telle que le nombre
de paramètres augmente avec le rang maximal i et permet donc d’exprimer
correctement les complexités relatives des différentes familles de fonctions.

La dimension de Vapnik-Chervonenkis

La définition de complexité la plus connue est la dimension de Vapnik-
Chervonenkis (généralement abrégée en VC-dimension en anglais), qui permet
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d’estimer la capacité d’un algorithme de classification à obtenir de bonnes
performances sur de nouvelles données (Vapnik [1999]).

La VC-dimension d’une famille de fonctions est définie comme le cardinal
du plus grand ensemble de points de leur domaine de définition qui peut être
pulvérisé par cette famille de fonctions, c’est-à-dire le cardinal du plus grand
ensemble de points tel que quelles que soient les catégories auxquelles sont
assignés ces points il existe une fonction dans cette famille qui les classifie cor-
rectement (voir Figure 4.2 pour un exemple). Informellement, la VC-dimension
chiffre la capacité à “déformer” le classifieur (en se déplaçant au sein de la fa-
mille de fonctions) pour changer la catégorisation dans le voisinage d’un point
donné sans la changer dans le voisinage des autres points.

Lorsqu’un classifieur est confronté à de nouvelles données, sous la forme
d’un jeu de test tiré indépendamment du jeu de données d’entraînement et
identiquement distribué, Vapnik a prouvé que l’on a pour tout η ∈ [0, 1] :

P

Etest ≤ Eentrainement +

√√√√√D

(
log(

2N

D
) + 1

)
− log(

η

4
)

N

 = 1− η

où Etest est l’erreur sur le jeu de test, Eentrainement l’erreur sur le jeu d’entraîne-
ment, N le nombre de points de données d’entraînement et D la VC-dimension
de la famille de fonction qui sert de modèle pour cet apprentissage.

On retrouve là de façon plus rigoureuse le principe du rasoir d’Ockham :
pour une même erreur d’entraînement, une complexité (VC-dimension) plus
faible est préférable car elle mène à une borne supérieure probabiliste plus faible
de l’erreur sur le jeu de test (i.e. une meilleure capacité de généralisation).

Autres utilisations du rasoir d’Ockham

Les travaux inspirés du rasoir d’Ockham sont nombreux. On pensera no-
tamment à tout ce qui concerne le domaine la théorie de la distorsion du débit
(Rate Distortion Theory en anglais), une branche de la théorie de l’information
qui s’intéresse à la question de la représentation d’un signal avec aussi peu de
bits que possible d’une façon qui permette de le reconstruire sans dépasser une
certaine distorsion (Shannon [1959]). L’enjeu y est donc de chercher la solution
la plus simple (le nombre de bits mesurant la complexité) capable de rendre
compte des données (borne supérieure sur l’erreur).
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Figure 4.2 – Illustration de la VC-dimension sur un cas d’exemple où l’on
souhaite apprendre une fonction dont le signe permette de répartir des points
de données ayant une unique dimension x en deux classes, et où l’on cherche
cette fonction au sein de la famille F des fonctions de la forme f : x 7→ ax+ b.
Si on considère un ensemble de deux points distincts (points bleu et rouge sur
le schéma), les fonctions dessinées en pointillés bleus permettent d’assigner à la
classe A les sous-ensembles ∅, {bleu}, ou {bleu, rouge}, tandis que les fonctions
dessinées en pointillés rouges permettent d’y assigner les sous-ensembles ∅,
{rouge}, ou {bleu, rouge}. L’ensemble {bleu, rouge} est donc pulvérisé par
F : des fonctions de F permettent d’assigner la classe A à n’importe lequel
de ses sous-ensembles (et la classe B au reste).
Si on considère maintenant un ensemble de trois points (points bleu, vert et
rouge), les fonctions en pointillés permettent d’assigner à la classe A les sous-
ensembles ∅, {bleu}, {rouge}, {bleu, vert}, {vert, rouge}, {bleu, vert, rouge}
mais pas les sous-ensembles {vert} ou {bleu, rouge}. L’ensemble {bleu, vert,
rouge} n’est donc pas pulvérisé par F . La taille maximale d’un ensemble de
points pulvérisé par F , sa VC-dimension, est par conséquent de 2.
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Plus récemment dans le domaine de la planification de mouvement, Lemme
et al. [2014] utilise une bibliothèque de primitives de mouvement dynamiques
(Dynamic Motion Primitives en anglais, généralement abrégé en DMP) pour
approximer des trajectoires observées. Pour cela, il minimise le nombre de
DMPs utilisées sous la contrainte que l’erreur doit rester en-dessous d’un cer-
tain seuil. Là encore, parmi les solutions possibles (délimitées par le seuil sur
l’erreur), celle qui est choisie est celle dont la complexité est la plus faible (me-
surée par le nombre de DMPs utilisées ; les DMPs de la bibliothèque peuvent
en elles-mêmes être composés de plusieurs DMPs plus simples, mais celle-ci est
construite de façon à ne pas contenir de DMPs complexes si des DMPs plus
simples ont suffi à obtenir de bonnes performances sur les trajectoires vues
jusque là, ce qui est également une forme de minimisation de complexité dans
la limite d’une erreur acceptable).

Application à l’approximation de la fonction échelon

Revenons à la question qui nous intéresse : en quoi le rasoir d’Ockham
pourra t-il nous aider à traiter la question du compromis entre nombre et
versatilité des experts ? Comme nous l’avons vu en section 4.1.1, la difficulté à
laquelle nous sommes confrontés est de choisir un mélange d’experts parmi les
diverses possibilités qui permettent de rendre compte des points de données
d’entraînement. Ce que nous fournit le rasoir d’Ockham, c’est un critère de
choix : parmi ces mélanges d’experts, on choisira celui dont la complexité est
la plus faible.

Vérifions que ce critère de choix fonctionne sur notre exemple de l’approxi-
mation d’une fonction échelon par un mélange d’approximations par des séries
de Fourier (possiblement constantes) : minimiser la complexité nous permet-il
d’éviter les écueils dont nous avons parlé plus haut ?

Tout d’abord, nous savons que la solution que nous cherchons à obtenir
(mélange de deux experts constants, de part et d’autre de la discontinuité)
est préférable pour ce critère à un mélange d’un même nombre d’experts plus
versatiles, de par le principe même de minimisation de complexité. Similaire-
ment, si on se limite à des experts constants, minimiser la complexité revient à
minimiser le nombre d’experts et la solution est donc préférable pour ce critère
à tout mélange d’experts constants mais plus nombreux (tel que celui résultant
de la méthode des k plus proches voisins avec k = 1).

Qu’en est-il des mélanges d’experts dont à la fois le nombre et la complexité
des experts sont différents de la solution souhaitée ? Nous ne nous attarderons
pas sur le fait que celle-ci est préférable pour le critère de complexité à tout
mélange d’experts à la fois plus nombreux et plus complexes, et allons donc
considérer le cas d’un mélange d’experts moins nombreux mais plus complexes,
c’est-à-dire ici celui d’une unique série de Fourier comportant de nombreuses
harmoniques. La meilleure série de Fourier au sens de notre critère est celle
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qui compte le moins d’harmoniques parmi celles qui peuvent rendre compte
des données d’entraînement. On supposera que notre définition de complexité
est telle qu’il existe un nombre d’harmoniques au-dessus duquel une unique
série de Fourier est considérée comme plus complexe qu’un mélange de deux
experts constants (dans le cas contraire, on aboutira toujours à l’expert unique
le plus simple permettant de rendre compte des données et jamais à un mé-
lange de plusieurs experts). Or, une série de Fourier ne pouvant parfaitement
approximer une fonction échelon, il est toujours possible d’ajouter des points
au jeu d’entraînement qui augmentent le nombre d’harmoniques nécessaires à
ce qu’elle puisse rendre compte de ces points. Il s’ensuit qu’avec un jeu d’en-
traînement assez grand et divers, l’approximation d’une fonction échelon par
une unique série de Fourier mènera toujours à une complexité plus élevée qu’un
mélange de deux experts constants : la solution souhaitée est bien celle qui est
la meilleure pour une minimisation de complexité.

4.2 Hypothèses et définitions

Nous allons donc nous inspirer du rasoir d’Ockham pour notre algorithme
de mélange d’experts, et utiliser les sauts de complexité induits par les ruptures
de régularité de la fonction à approximer pour découper l’espace en régions.
Avant de rentrer dans le vif du sujet, prenons le temps de poser les bases sur
lesquelles l’algorithme est construit.

4.2.1 Retour sur les hypothèses

En section 2.4.2, nous avions fait l’hypothèse que le modèle direct global
stochastique qui décrit les interactions du robot avec son environnement était
la somme d’un terme déterministe fdir supposé C∞ localement mais pas glo-
balement, et d’un terme stochastique ∆ (hypothèse 1).

Nous avions ensuite supposé l’existence d’une borne déterministe B sur
∆ qu’il est possible de connaître ou d’estimer (hypothèse 2). Cette hypothèse
nous permet de supposer qu’une interaction de l’agent avec son environnement
résulte en un quadruplet (δ, π, r, ε), composé du domaine dans lequel se trou-
vait le robot au début de cette interaction, de la politique qu’il a exécutée, de
l’effet qui a résulté de l’exécution de celle-ci, et de la variabilité de cet effet liée
à l’imprécision des mesures (ε étant donc une estimation de B(δ, π)).

Étant donné que nous développons notre algorithme de mélange d’experts
inspiré du rasoir d’Ockham pour pouvoir l’appliquer à la recherche des com-
posantes C∞ de fdir, nous pouvons supposer que nos donnée d’entraînement
sont des quadruplets tels que décrits ci-dessus, ce qui signifie dans le forma-
lisme de régression que nos données d’entraînement ne sont pas simplement de
la forme (xi, ti)i∈ J0,NJ, mais de la forme (xi, ti, εi)i∈ J0,NJ où les εi expriment
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l’imprécision sur les valeurs des ti.

4.2.2 Complexité

Dans nos travaux, nous définirons la complexité de la façon suivante :

Définition 4.1. Soit S un ensemble de familles de fonctions. On appelle fonc-
tion de complexité sur S toute fonction c de la forme c : S → N∗.

Dans cette définition, S est un ensemble de familles de fonctions quel-
conque, par exemple l’ensemble contenant la famille des fonctions polynomiales
de degré 3 ou moins sur les deux premières dimensions de l’espace des x, la
famille des séries de Fourier de rang 3 ou moins sur une des dimensions de
l’espace des x, et la famille des fonction qui s’expriment comme la somme de
5 fonctions gaussiennes sur les dimensions d’indice pair de l’espace des x.

Une fonction de complexité est simplement une fonction définie sur un tel
ensemble et qui associe à chaque famille de fonctions F qui le composent un
entier non nul c(F ) qu’on appelera la complexité de cette famille de fonc-
tions. Il s’agit là d’une définition assez générale de la complexité, qui pose
celle-ci comme une propriété des familles de fonctions et non des fonctions
individuelles.

Une telle fonction de complexité pourra ainsi être la VC-dimension, mais
nous ne nous restreindrons pas ici à une fonction de complexité en particulier.
À titre d’exemple, si on considère l’ensemble qui contient pour chaque i ∈ N
la famille des séries de Fourier de rang i ou moins sur une des dimensions de
l’espace des x, une fonction de complexité sur cet ensemble pourra aussi être
la fonction qui associe chacune de ces familles la complexité i + 1 (nota : pas
simplement i car cela impliquerait d’associer une complexité 0 à la famille des
séries de Fourier de rang 0, i.e. des fonctions constantes).

Pour pouvoir parler de la complexité d’une fonction individuelle, nous nous
appuierons sur la définition suivante :

Définition 4.2. Soit S un ensemble de familles de fonctions. On note Ŝ l’en-
semble des fonctions qui appartiennent à une famille de S. Toute fonction de
complexité c sur S induit sur Ŝ une fonction de complexité fonctionnelle ĉ (que
l’on notera simplement c lorsqu’il n’y a pas d’ambigüité) définie de la façon
suivante :

∀ f ∈ Ŝ, ĉ(f) = min
F ∈S

t.q. f ∈F

c(F )

En d’autres termes, la complexité d’une fonction individuelle est la com-
plexité de la famille de fonctions la plus simple à laquelle elle appartient, ce
qui est illustré en Figure 4.3.

Revenons pour illustrer cela à l’exemple précédent : l’ensemble S y est celui
qui contient pour chaque i ∈ N la famille des séries de Fourier de rang i ou
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Figure 4.3 – On considère un ensemble S composé de 3 familles de fonc-
tions F 0, F 1 et F 2, qui sont d’intersections non vides deux à deux et telles
que F 2 ⊆ F 0. S est muni d’une fonction de complexité c, qui est telle que
c(F 2) < c(F 1) < c(F 0). Les fonctions qui n’appartiennent qu’à une seule
famille ont une complexité fonctionnelle égale à la complexité de cette fa-
mille : ĉ(f0) = c(F 0) et ĉ(f1) = c(F 1). Celles qui appartiennent à plusieurs
familles ont une complexité fonctionnelle égale à la complexité de la fa-
mille plus simple d’entre elles : ĉ(f2) = min({c(F 0), c(F 1), c(F 2)}) = c(F 2)
et ĉ(f3) = min({c(F 0), c(F 1)}) = c(F 1)

moins sur une des dimensions de l’espace des x, et la fonction de complexité
c celle qui associe à une telle famille la complexité i + 1. Dans cet exemple,
l’ensemble Ŝ contient toutes les fonctions s’exprimant comme une série de
Fourier sur une des dimensions de l’espace des x, et c induit sur celui-ci une
complexité ĉ qui attribue à toute série de Fourier de rang j une complexité j+1
(car cette série de Fourier appartient à toutes les familles des séries Fourier de
rang i ou moins avec i ≥ j, qui sont associées à des complexités i+ 1).

En ce qui concerne les mélanges d’experts, on définira leur complexité de
la façon suivante :

Définition 4.3. La complexité d’un mélange d’experts est égale à la somme
des complexités des experts qui le composent.

Toujours dans notre cas d’exemple, on retrouve donc bien là qu’un mélange
de 2 experts constants est associé à une complexité plus faible (égale à 2) que
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le mélange d’experts issu d’un algorithme du plus proche voisin sur N points
de données (complexité N), ou qu’une unique série de Fourier de rang k élevé
(complexité k), conformément à ce qui a été dit en section 4.1.3.

4.2.3 Rendre compte de données

Le rasoir d’Ockham étant une minimisation de complexité parmi les expli-
cations qui rendent compte de toutes les observations, il nous faut également
préciser le sens de cette contrainte :

Définition 4.4. Soit un jeu de N points de données S = (xi, ti, εi)i∈ J0,NJ . On
dit qu’une fonction f rend compte de S (ou qu’elle explique S) si elle vérifie :

∀ i ∈ J0, NJ, |ti − f(xi)| ≤ εi

Si toutes les bornes sur le bruit sont strictement positives, on peut formuler
une définition alternative :

Définition 4.5. Soit un jeu de N points de données S = (xi, ti, εi)i∈ J0,NJ tel
que εi > 0 pour tout i. On dit qu’une fonction f rend compte de S (ou qu’elle
explique S) si elle vérifie ‖E(f)‖∞ ≤ 1, où E(f) est un vecteur d’erreur tel que

∀ i, E(f)i =

∣∣∣∣ti − f(xi)

εi

∣∣∣∣
4.3 COCOTTE : algorithme et implémentation

Nous allons à présent présenter notre algorithme, appelé COCOTTE (pour
COnstrained Complexity Optimisation Through iTerative merging of Experts).
Comme dit précédemment, celui-ci s’inspire du rasoir d’Ockham et cherche à
obtenir un mélange d’experts de complexité minimale parmi ceux qui rendent
compte des points de données.

L’idée générale derrière COCOTTE est de partir d’un mélange d’experts
atomique, où chaque point de données se voit attribuer un expert dédié (si-
milairement à ce que fournirait un algorithme du plus proche voisin), puis
de remplacer itérativement ces approximations locales disjointes par des ap-
proximations conjointes (fusion d’experts) afin d’obtenir des approximations
de moins en moins locales et de plus en plus complexes. Localement, chaque
expert doit alors rendre compte des points qui lui sont associés avec une com-
plexité minimale, et le saut de complexité qu’entraînerait la fusion de deux ex-
perts de part et d’autre d’une rupture de régularité permet de détecter celle-ci
et d’empêcher la fusion.

Plutôt que de rentrer directement dans le détail du fonctionnement de
COCOTTE (qui sera donné en section 4.3.4), nous commencerons par nous
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intéresser aux sous-problèmes qu’il est nécessaire de savoir résoudre pour pou-
voir écrire notre algorithme. Ainsi, nous verrons d’abord comment déterminer
si une famille de fonctions contient au moins une fonction qui permette de
rendre compte d’un jeu de données (cf. section 4.3.1). À l’aide de la solution
de ce sous-problème, nous verrons ensuite comment rechercher un expert de
complexité minimale pour rendre compte d’un tel jeu de données (cf. section
4.3.2). Nous verrons alors comment déterminer s’il est pertinent de remplacer
deux approximations disjointes par une approximation conjointe (cf. section
4.3.3), avant de détailler enfin le fonctionnement de COCOTTE.

Dans la suite, on supposera donnés un ensemble de familles de fonctions Sf ,
ainsi qu’une fonction de complexité comp sur cet ensemble. On notera Sf,min
la complexité minimale au sein de Sf (possiblement 1), et Sf,max la complexité
maximale au sein de Sf (possiblement infinie) :

Sf,min = min
F∈Sf

comp(F ) Sf,max = max
F∈Sf

comp(F )

4.3.1 Recherche au sein d’une famille de fonctions

Dans le cadre de notre algorithme, nous allons avoir besoin de déterminer
si une famille de fonctions F ∈ Sf donnée contient au moins une fonction qui
rend compte d’un ensemble de points de données Sd = (xi, ti, εi)i∈ J0,NJ, et le
cas échéant de renvoyer une de ces fonctions (par exemple celle qui minimise
‖E(f)‖∞). Ceci sera accompli par getFittingFunction(F , Sd), une routine
qui renverra une fonction de Sf qui rend compte de Sd s’il en existe, et None
dans le cas contraire.

Cette routine s’exprime différemment selon la forme des familles de fonc-
tions contenues dans Sf . Dans le cas de familles de fonctions de la forme
t =

∑
j wj · fj(x), où les fj sont des fonctions et les wj des paramètres réels,

nous proposons de s’inspirer de l’algorithme de SVR (cf. section 3.2.6) et de
nous ramener au problème d’optimisation suivant :

argmin
ζ ∈R+, ω0, ... , ωM−1 ∈R

t.q.∀i∈ J0,NJ
{
ti−
∑

j wj ·fj(xi) ≤ ζ∗εi∑
j wj ·fj(xi)−ti ≤ ζ∗εi

ζ

Il s’agit alors d’un simple programme linéaire, qui peut par conséquent
être résolu par des algorithmes connus tels que l’algorithme du simplexe ou la
méthode du point intérieur. Une fois la solution trouvée, la valeur de ζ nous
indique si la fonction définie par les wj rend compte des points de Sd (auquel
cas on a ζ ≤ 1) ou non (auquel cas on a ζ > 1).

Le Pseudo-code 4.1 donne le détail de getFittingFunction pour ce cas
particulier. Pour faciliter la lecture, l’utilisation du solveur y est décrite avec
une syntaxe orientée objet : le programme linéaire est représenté par un ob-
jet créé à l’aide de generateLinearProgram, qui dispose d’une méthode
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addVariables() permettant d’ajouter des variables, de méthodes setCostFunc-
tion() et setConstraints() pour définir respectivement la fonction de coût et
les contraintes (exprimées à l’aide de ces variables), ainsi que d’une méthode
solve() pour le résoudre et renvoyer la solution. On supposera par ailleurs dis-
poser d’une routine applyPrimitives() qui évalue chacune des fonctions fj en
un point donné, et d’une routine generateFunction qui renvoie la fonction
de F associée à une instance des wj.

Pseudo-code 4.1 La routine getFittingFunction, quand F est une fa-
mille de combinaisons linéaires de fonctions primitives (fj)i∈ J0,MJ

function getFittingFunction(F , Sd)
(x, t, ε)← Sd
LP ← generateLinearProgram()
(ζ, ω0, ... , ωM−1) ← LP.addVariables(M+1)
LP.setCostFunction(1 · ζ)
constraints ← ∅
constraints.append(ζ ≥ 0)
for i ∈ J0, NJ do

(fi,0, ..., fi,M−1)← applyPrimitives(F , x[i]) . calcul des fj(xi)
constraints.append(t[i] −

∑
j wj · fi,j ≤ ζ · ε[i])

constraints.append(
∑

j wj · fi,j − t[i] ≤ ζ · ε[i])
end for
LP.setConstraints(constraints)
sol ← LP.solve()
if sol.get(ζ)> 1 then

return None
else

return generateFunction(F , sol.get(ω0), ..., sol.get(ωM−1))
end if

end function

4.3.2 Recherche d’un expert de complexité minimale

Un autre sous-problème que nous allons rencontrer dans le cadre de notre
algorithme est le suivant : étant donné un ensemble de point Sd, quelle est la
fonction de Ŝf de complexité minimale permettant de rendre compte de ces
points ?

Nous allons donc écrire une routine getBestFit pour résoudre ce pro-
blème. En plus de Sf et Sd, celle-ci prendra en argument deux entiers cmin et
cmax permettant de spécifier respectivement une complexité minimale pour la
solution que l’on cherche (qui vaudra par défaut Sf,min mais pourra prendre
des valeurs plus élevées si l’on sait déjà qu’il n’y a pas de solution en-dessous
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d’une certaine complexité) et une complexité maximale pour celle-ci (qui vau-
dra par défaut Sf,max mais pourra prendre des valeurs plus basses si l’on décide
de rejeter les fonctions ayant une complexité plus élevée que celle du mélange
d’experts qu’elles visent à remplacer). Après avoir déterminé la solution, get-
BestFit renverra un couple (c, f), où f est la fonction de complexité minimale
et où c est cette complexité minimale. Si aucune solution n’est trouvé, None
sera renvoyé.

Une approche naïve consiste à parcourir les familles de fonctions de Sf par
ordre croissant de complexité, et d’utiliser getFittingFunction pour dé-
terminer si ces familles contiennent une fonction qui permet de rendre compte
des points. Ceci est illustré en Pseudo-code 4.2.

Pseudo-code 4.2 Algorithme naïf pour la routine getBestFit

function getBestFit(Sf , Sd, cmin = Sf,min, cmax = Sf,max)
sortByComplexity(Sf )
for F ∈ Sf do

f ← getFittingFunction(F , Sd)
if f 6= None then

c ← comp(F )
return (c, f)

end if
end for
return None

end function

On peut toutefois remarquer qu’au sein de notre ensemble Sf de familles de
fonctions, certaines familles peuvent être incluses dans d’autres plus complexes.
Par exemple, la famille des séries de Fourier de rang 3 ou moins de la première
dimension de x est incluse dans celles des séries de Fourier de rang 4 ou moins
de cette première dimension. Si une famille de fonctions ne suffit pas à rendre
compte de Sd, on peut donc en déduire que toutes les familles incluses dans
celle-ci sont également incapables de rendre compte de Sd.

Ceci nous permet donc d’adopter une approche plus efficace de recherche
par dichotomie : pour explorer un intervalle entier de complexités possibles
Jlow, highK, nous déterminerons un intervalle entier I = JrangeMin, rangeMaxK
de petite taille et qui coupe Jlow, highK en sous-intervalles Jlow, rangeMinJ et
KrangeMax, highK de tailles similaires. Nous chercherons ensuite une fonction
permettant de rendre compte de Sd au sein des familles de fonctions dont la
complexité est dans I. Si de telles fonctions sont trouvées, on pourra éliminer
l’ensemble KrangeMax, highK (qui ne contient que des fonctions plus complexes
que les solutions trouvées) et restreindre la recherche à Jlow, rangeMinJ. Dans
le cas contraire, on pourra à l’inverse éliminer Jlow, rangeMinJ et restreindre
la recherche à KrangeMax, highK, sous-réserve que I soit choisi de telle manière
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que si aucune fonction de {f ∈ Ŝf | comp(f) ∈ I} n’explique Sd, alors aucune
fonction de Ŝf de complexité inférieure ou égale à rangeMax non plus. Ceci est
illustré en Figure 4.4.

Figure 4.4 – On cherche un intervalle I = JrangeMin, rangeMaxK inclus dans
Jlow, highK tel que si les fonctions dont la complexité est dans I n’expliquent
pas Sd, alors aucune fonction dont la complexité est dans Jlow, rangeMinJ
n’explique Sd non plus. Dans ce cas, on continue la recherche dans KrangeMax,
highK. À l’inverse, si des solutions sont trouvées, on continue la recherche dans
Jlow, rangeMinJ pour déterminer si d’autres solutions de complexité plus faible
peuvent être trouvées.

Pour obtenir un intervalle I = JrangeMin, rangeMaxK vérifiant cette pro-
priété, on utilisera une routine complexityRangeMin(Sf , rangeMax) qui,
étant donné une valeur de rangeMax, renvoie rangeMin comme la complexité
minimale parmi les familles de fonctions de Sf qui ne sont incluses dans aucune
autre et ont une complexité inférieure ou égale à rangeMax (elle renverra 0 s’il
n’y en a aucune). Ceci est illustré en figure 4.5.

Figure 4.5 – Illustration de la routine complexityRangeMin(Sf , range-
Max) lorsque rangeMax vaut 4 et que Sf contient 5 familles de fonctions de
complexités respectives 1, 2, 3, 4 et 5 incluses les unes dans les autres, ainsi
que 4 familles de fonctions de complexités respectives 1, 3, 5 et 7 également
incluses les unes dans les autres. complexityRangeMin s’intéresse aux fa-
milles de fonctions de Sf de complexité inférieure à rangeMax (on exclut donc
les familles représentées ici en rouge) et parmi celles-ci uniquement à celles qui
ne sont incluses dans aucune autre (on exclut donc les familles représentées ici
en bleu). La routine renvoie alors la complexité minimale parmi les familles
restantes (représentées ici en vert), c’est à dire 3.
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Nous supposerons également que nous avons accès à une routine getFa-
milies(Sf , cmin, cmax), qui renvoie la liste des (F ,comp(F )), triée par com-
plexité croissante, où les F sont les familles de Sf dont la complexité est
comprise entre cmin et cmax inclus.

Un pseudo-code simplifié de getBestFit est donné en Pseudo-code 4.3,
et une version plus détaillée est disponible annexe (Pseudo-code A.1).

Pseudo-code 4.3 Algorithme de recherche dichotomique pour la routine get-
BestFit
function getBestFit(Sf , Sd, cmin = Sf,min, cmax = Sf,max)

. ’low’ et ’high’ sont les bornes sur la complexité pour la recherche

. dichotomique, et ’bestSol’ contient la solution à renvoyer

initialiser low, high, bestSol (avec low=cmin et high=cmax)
while low ≤ high do

déterminer rangeMax, le milieu de [low, high]
en déduire rangeMin à l’aide de complexityRangeMin
utiliser getFamilies pour obtenir la liste des familles
de fonctions de complexité dans [rangeMin, rangeMax]

utiliser getFittingFunction pour chercher la première solution
dans cette liste

if solution trouvée then
mettre à jour bestSol
high ← rangeMin - 1

else
low ← rangeMax + 1

end if
end while

return bestSol

end function

4.3.3 Fusion d’experts

Nous arrivons maintenant à un sous-problème central pour notre algorithme
itératif : étant donnés deux jeux de données disjoints Sd,0 et Sd,1, ainsi que deux
couples (c0, f0) = getBestFit(Sf , Sd,0) et (c1, f1) = getBestFit(Sf , Sd,1),
peut-on réduire la complexité globale du mélange d’expert en remplaçant les
approximations f0 et f1 (qui sont locales aux sous-espaces couvrant respective-
ment Sd,0 et Sd,1) par une unique approximation f0+1 sur Sd,0+1 = Sd,0 ∪ Sd,1
dont on notera la complexité c0+1.
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Nous avons défini plus haut la complexité d’un mélange d’experts comme la
somme des complexités des experts qui le composent, ce qui nous permet donc
de formuler une réponse à cette question : nous préférerons les approximations
locales si c0+1 > c0 + c1 (saut de complexité), et l’approximation unique si
c0+1 < c0 + c1. En cas d’égalité les deux alternatives sont valides et nous
choisirons dans ce cas l’approximation unique (une raison à cela est que lorsque
l’on fusionne des experts deux à deux, comme nous le ferons, le choix contraire
peut empêcher toute émergence d’un expert de complexité supérieure à la
complexité minimale).

On peut donc écrire une routine mergeExperts(Sf , expert0, expert1), qui
prend en argument Sf ainsi que les deux triplets (Sd,0, c0, f0) et (Sd,1, c1, f1), et
renvoie le triplet (Sd,0+1, c0+1, f0+1) si l’approximation unique est préférable et
None dans le cas contraire. Le Pseudocode 4.4 donne le détail de mergeEx-
perts.

Pseudo-code 4.4 La routine mergeExperts
function mergeExperts(Sf , expert0, expert1)

(Sd,0, c0, f0)← expert0
(Sd,1, c1, f1)← expert1
Sd,0+1 ← Sd,0 ∪ Sd,1,
. Il faut au moins une complexité c0 pour rendre compte de Sd,0 ⊆ Sd,0+1,
. et une complexité c1 pour rendre compte de Sd,1 ⊆ Sd,0+1

cmin = max(c0, c1)
. Complexité max pour laquelle on préfère l’approximation unique
cmax = c0 + c1
. Recherche de f0+1

newExpert ← getBestFit(Sf , Sd,0+1, cmin, cmax)
if newExpert 6= None then

(c0+1, f0+1)← getBestFit
return (Sd,0+1, c0+1, f0+1)

else
return None

end if
end function

4.3.4 COCOTTE

À l’aide des fonctions décrites plus haut, nous pouvons désormais écrire
notre algorithme, appelé COCOTTE (pour COnstrained Complexity Optimi-
sation Through iTerative merging of Experts). Il s’agit d’un algorithme itératif
en quatre étapes, dont les étapes sont illustrées en Figure 4.6 dans le cas de
l’approximation d’une fonction créneau.
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Passons maintenant en revue chacune des étapes de COCOTTE (nota : une
version détaillée de l’algorithme est donnée en annexe, en Pseudo-code A.2) :

1. Dans un premier temps, on associe à chaque point de données un expert
de complexité Sf,min, similairement à ce que l’on pourrait obtenir via
l’algorithme du plus proche voisin. On a donc dès cette étape un mélange
d’experts rendant compte des points de données.

2. Dans un second temps, on suit une approche gloutonne : on choisit
la paire d’experts les plus proches (pour une certaine notion de dis-
tance), et on essaie de les fusionner à l’aide de mergeExperts. Si
la fusion réussit, le nouvel expert les remplace. Dans le cas contraire,
on marque la paire comme non valide et on passe à la suivante. Cette
étape repose sur l’idée que — à supposer des points de données suffisam-
ment denses et une mesure de distance adaptée — les fusions d’experts
se feront d’abord localement avant de se faire à plus grande échelle.
Ceci donne la possibilité à des approximations reflétant la structure lo-
cale des données d’émerger (ce qui correspond à des fusions d’experts
avec c0+1 < c0 + c1), ce qui rend plus difficile les fusions d’experts sui-
vantes (complexité maximum autorisée plus faible pour l’approximation
unique) et en particulier celles ne reflétant pas la structure de données.

3. Dans un troisième temps, on procède à une étape d’élimination des
artefacts. Lors des premières fusions d’experts, il arrive en effet que
certains experts soient fusionnés à tort avant que l’émergence locale de
structure puisse empêcher de telles fusions ; ceci se produit notamment
au niveau des frontières entre les sous-espaces sur lesquels la fonction à
approximer est C∞. Pour les éliminer, on passe en revue chaque expert
un par un, et tout expert superflu (c’est-à-dire dont les points peuvent
être répartis parmi les autres experts) est considéré comme un artefact
et est éliminé. Plus précisément, pour déterminer si un expert donné
E est un artefact, on crée une copie de notre mélange d’experts dans
laquelle E est remplacé par un ensemble d’experts obtenu en associant
à chaque point de E un expert de complexité Sf,min comme à l’étape 1.
On procède ensuite à une fusion gloutonne similaire à celle de l’étape
2, mais dans laquelle ces experts individuels ne peuvent être fusionnés
entre eux. À l’issue de celle-ci, si tous ces experts individuels ont pu être
fusionnés avec d’autres experts, on considère que E est un artefact et
le nouveau mélange d’experts remplace l’ancien. Dans le cas contraire,
on considère que E n’est pas un artefact et on passe à l’expert suivant.

4. Dans un dernier temps, on entraîne un classifieur pour associer des
régions de l’espace à chaque expert à partir de l’ensemble des points
dont celui-ci rend compte.
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Figure 4.6 – Application de l’algorithme COCOTTE à une fonction créneau.
(1.) Lors de l’initialisation, chaque point est expliqué par un expert dédié.
(2.) Lors de la phase de fusion gloutonne, les experts sont fusionnés localement
puis progressivement à des échelles plus grandes (cf. expert en rouge).
(3.) On élimine ensuite les artefacts, c’est-à-dire les experts dont les points
peuvent être expliqués par d’autres experts, et que l’on trouve généralement
au niveau des frontières entre les sous-espaces du domaine de définition où la
fonction à approximer est régulière (ici les experts vert et orange).
(4.) On finit en entraînant un classifieur pour segmenter l’espace en régions
assignées aux experts.
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4.3.5 Extension à plusieurs dimensions

L’algorithme décrit ci-dessus s’applique avant tout au cas où la fonction
approximée f : x 7→ t est unidimensionnelle, et la question se pose donc de
comment celui-ci doit être étendu aux cas où t comporte plus d’une dimension.

Deux approches sont alors possibles : traiter ces dimensions en bloc, ou
séparément. Traiter les dimensions séparément a souvent du sens et pourrait
par exemple, dans le cas où t contient la position finale d’un objet et celle du
robot, permettre d’apprendre une compétence ddéplacer l’objetc sans se préoc-
cuper de la position dans laquelle se retrouve le robot à l’issue de l’exécution
de celle-ci. Cette approche ne requiert pas de modifier l’algorithme, car elle
revient simplement à exécuter celui-ci indépendamment sur chaque dimension.

Il est cependant souvent avantageux de traiter des dimensions en bloc,
comme par exemple de traiter les différentes coordonnées d’un objet comme
constituant collectivement sa position. Dans cette approche, les experts ap-
proximant une fonction à n dimensions seront des n-uplets de Ŝf

n
, dont chaque

élément approxime localement une des dimensions de f . Pour les fusions d’ex-
perts, on pourra alors soit associer à chaque expert une complexité donnée
par une fonction de complexité sur Snf (e.g. , la somme des complexités des
différentes fonctions du n-uplet), soit associer à chaque expert le vecteur des n
complexités et ne réaliser la fusion de deux experts que si on a c0+1 ≤ c0 + c1
sur chacune de ces dimensions. Nous avons choisi la seconde option.

4.3.6 Implémentation

Nous avons implémenté COCOTTE en C++ (le code est disponible sur
https ://github.com/AdrienMatricon/cocotte), et avons fait le choix d’en faire
une implémentation modulaire, qui permet de changer aisément Sf et comp.

L’ensemble de familles de fonctions que nous avons utilisé pour nos expé-
riences est Sf = {Pk,d | k ∈ N, d ⊆ J0, DJ }, où D est le nombre de dimensions
de x et où Pk,d est la famille des fonctions polynomiales de degré au plus k à |d|
variables appliquées aux dimensions de x dont les indices sont dans d. Les rai-
sons de ce choix pour l’ensemble Sf sont avant tout pratiques : les Pk,d sont des
familles de la forme t =

∑
j wj ·fj(x), et permettent donc d’exprimer getFit-

tingFunction à l’aide du Pseudo-code 4.1. Les fonctions polynomiales sont
par ailleurs réputées mener facilement à des situations de sur-entraînement,
et il nous a donc paru pertinent de s’intéresser à celles-ci dans le cadre d’une
minimisation de complexité qui devrait par construction éviter de telles situa-
tions. Le programme linéaire est quant à lui résolu à l’aide de l’implémentation
de l’algorithme du simplexe fournie par la bibliothèque SoPlex (Wunderling
[1997]).

La fonction de complexité sur Sf que nous avons choisie est la fonction qui
associe à chaque famille Pk,d ∈ Sf la complexité k × |d|+ 1. Il s’agit là d’un
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choix relativement arbitraire de notre part, mais qui marche raisonnablement
bien en pratique. Pour |d| = 1, elle correspond au nombre de points qui peuvent
être interpolés par des polynômes de cette famille (qui est aussi le nombre de
paramètres). Il s’agit également d’une fonction croissante avec le nombre de
variables, ce qui favorise les fonctions qui sélectionnent les variables pertinentes
pour le problème. (on notera que le nombre de paramètres de la famille Pk,d est(
k+|d|
k

)
, qui est minimal pour k = 0 ou |d| = 0 et augmente exponentiellement à

mesure qu’on se rapproche de k = |d| ; utiliser le nombre de paramètres comme
fonction de complexité mènerait donc à préférer les fonctions polynomiales avec
k = 1 et |d| élevé (ou l’inverse) à celles offrant un compromis entre degré et
nombre de variables).

Pour la fusion gloutonne, nous avons utilisé comme distance entre experts
la distance en norme L1 minimale entre les points de données rattachés à
ces experts. Celle-ci marche raisonnablement bien en pratique pour les cas
que nous avons considérés, qui comportent un nombre relativement restreint
de dimensions. Elle serait en revanche très insuffisante pour des problèmes
comportant un grand nombre de dimensions.

En ce qui concerne la détermination des régions, nous avons utilisé l’im-
plémentation venant de la bibliothèque OpenCV (Bradski [2000]) d’une forêt
d’arbres décisionnels, un algorithme de classification connu (Breiman [2001]).
Cet algorithme découpe l’espace en régions le long d’hyperplans correspondant
à des valeurs fixes de certaines coordonnées, ce qui lui permet d’ignorer les di-
mensions qui ne sont pas pertinentes pour le problème, et il nous a donc paru
approprié pour déterminer les régions. Nous n’avons cependant pas cherché à
obtenir les meilleures régions en jouant sur le choix du classifieur ou de ses
hyper-paramètres, et d’autres devraient a priori fonctionner tout aussi bien.

4.4 Limites et améliorations possibles

La principale limite de COCOTTE est son coût en calculs. On procède
ainsi dans le pire des cas à N2 tentatives de fusions d’experts, (où N est le
nombre de points de données), chacune nécessitant de tester si des familles
de fonctions ayant de l’ordre log(cmax) complexités différentes contiennent une
solution (où cmax est la plus grande complexité qu’un expert se voit attribuer
durant l’exécution de l’algorithme). Si dans nos expériences N et cmax restent
assez faibles (de l’ordre de quelques centaines de points, pour des experts de
complexités inférieures à 10), tester une complexité requiert d’appeler de nom-
breuses fois getFittingFunction(F , Sd), une routine coûteuse en calculs
car s’appuyant dans notre implémentation sur un solveur linéaire : l’algorithme
du simplexe. La plupart des appels à getFittingFunction(F , Sd) ne s’in-
téressant pas réellement à la détermination d’une fonction rendant compte des
points mais seulement à l’existence ou non d’une telle solution, des travaux fu-
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turs permettraient probablement de remplacer le recours à un solveur linéaire
par une alternative plus légère.

Au-delà de ces considérations, le nombre de familles de fonctions sur lequel
la routine getFittingFunction(F , Sd) est appelée, c’est-à-dire le nombre
de familles de fonctions renvoyées par getFamilies(Sf , cmin, cmax), peut de-
venir élevé lorsque pour k et |d| fixés il existe de nombreuses familles Pk,d. En
effet, le nombre de combinaisons de |d| dimensions parmi les D dimensions de
x est

(
D
|d|

)
(le nombre de combinaisons augmente donc exponentiellement avec

le nombre de dimensions non pertinentes au problème).

Pour tenter de remédier à ce problème, nous avons essayé d’adopter une
approche gloutonne. Dans celle-ci, lors de la fusion d’un expert appartenant à
Pk0,d0 et d’un expert appartenant à Pk1,d1 , on ne cherche le nouvel expert que
dans les familles de fonctions Pk,d qui sont telles que |d \ (d0 ∪ d1)| ≤ 1, c’est-
à-dire dans les familles de fonctions comprenant au plus une unique dimension
hors de d0 ∪ d1. Ceci permettrait de limiter l’exploration à un nombre de
combinaisons n’augmentant que linéairement avec le nombre de dimensions non
pertinentes au problème. Cette approche s’appuie sur l’idée que les dimensions
pertinentes au problème permettent de mieux rendre compte des données que
celles qui ne le sont pas. Cette idée ne résiste cependant pas à l’expérience :
si les dimensions pertinentes au problème permettent en effet de rendre mieux
compte des données que les autres lorsqu’elles sont prises collectivement, il
est fréquent qu’un sous-ensemble de ces dimensions pertinentes ne permette
pas de rendre aussi bien compte des données qu’un sous-ensemble d’autant de
dimensions non-pertinente. Nous avons donc dû renoncer à suivre cette piste.

Une autre faiblesse de COCOTTE est que sa phase de fusion gloutonne
s’appuie, comme nous l’avons vu plus haut, sur l’hypothèse que les points sont
assez denses pour que les fusions d’experts se fassent d’abord localement puis
à plus grande échelle, et permettent ainsi à des structures locales d’émerger et
d’empêcher de fusionner des experts à tort. Une alternative qui a été briève-
ment envisagée serait de procéder pour la fusion des modèles non pas à une
approche gloutonne suivie d’une élimination des artefacts mais à une approche
de séparation et évaluation (branch and bound en anglais) : il s’agirait alors
de considérer le choix des paires de modèles à fusionner comme un arbre de
décision dont chaque feuille correspond à un mélange d’experts, et d’utiliser
les propriétés du problème pour éliminer les branches qui mèneraient à des
mélanges d’experts non optimaux avant d’avoir à les explorer. Cette approche
permettrait ainsi de se passer de l’hypothèse mentionnée plus haut, au prix
d’une complexité algorithmique fortement accrue. Nous avons cependant jugé
que le coût en calculs serait alors prohibitif et avons renoncé à nous engager
dans cette voie.
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4.5 Un début d’amélioration : COCOTTE+

Bien que nous ayons rapidement abandonné l’idée d’une approche de sé-
paration et évaluation en raison de son coût prohibitif en calculs, nous nous
sommes penchés sur un autre moyen de limiter la dépendance de l’algorithme
à la qualité des premières fusions d’experts. L’idée générale de cette nouvelle
approche est d’autoriser les experts à se “voler” des points entre eux si cela
permet de réduire la complexité.

4.5.1 Structure de données

Ce que l’on entend par autoriser les experts à se “voler” des points entre
eux est de se donner la possibilité d’annuler certaines fusions d’experts pour
permettre à l’un d’entre eux de fusionner avec un expert différent. Pour cela,
nous allons garder la trace de l’historique des fusions à l’aide d’une collection
d’arbres dont les racines contiennent les meilleurs experts trouvés par l’algo-
rithme.

Lors de la phase d’initialisation, chaque expert unitaire (i.e. expert de com-
plexité Sf,min rendant compte d’un unique point) est donc placé dans un arbre
réduit à une unique feuille, qui est ajoutée à la collection. Par la suite, à chaque
fois que l’on procède à une fusion d’experts, on crée un nœud qui contient cet
expert et dont les fils sont les nœuds qui contiennent les experts fusionnés. Si
l’expert résultant de la fusion est jugé préférable aux experts fusionnés, son
nœud vient remplacer dans la collection d’arbres ceux des experts fusionnés.

Cette structure nous permet donc d’annuler simplement une fusion d’ex-
perts, en remplaçant un nœud par ses fils dans la collection d’arbres.

4.5.2 Fusion d’experts et vol de points

La structure décrite dans la section précédente nous permet désormais
d’écrire une routine pointStealing(Sf , leaf0, tree0, leaf1, tree1), qui prend
en argument Sf , une feuille leaf0 appartenant à l’arbre tree0, ainsi qu’une
feuille leaf1 appartenant à l’arbre tree1, et pourra selon la situation procéder
à la fusion des experts de tree0 et tree1 ou permettre à l’expert de tree0 de
“voler” le point correspondant à leaf1 (ou l’inverse).

Plus précisément, pointStealing détermine d’abord si une approxima-
tion commune est préférable à deux experts distincts pour les points de tree0
et tree1 (cf. mergeExperts). Pour chacune des deux feuilles leaf0 et leaf1,
la routine considère ensuite la branche la reliant à la racine de son arbre pour
déterminer si le “vol” d’un des nœuds qui la compose (donc des points corres-
pondants à ce sous-arbre) permet de réduire la complexité totale. Pour chaque
“vol” possible, deux fusions sont à considérer.
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Figure 4.7 – Exemple de vol de points entre experts dans COCOTTE+.
Plutôt que de s’intéresser à une paire d’experts qu’on ne peut que fusionner ou
garder séparés comme dans COCOTTE, on s’intéresse ici à une paire de points
que les experts associés peuvent essayer de se “voler” l’un à l’autre. Un tel vol
consiste alors à réaliser des fusions d’experts de façon à remanier les deux arbres
et à placer la racine de l’un et la feuille contenant l’expert unitaire associée
au point de l’autre sous un même nœud. Ainsi, pour que l’expert orange vole
le point bleu, il faut le fusionner à un des nœud de la branche allant de la
racine de l’arbre bleu à la feuille correspondante. Le nœud en question quitte
donc l’arbre bleu avec tous ses descendant, ses parents dans l’arbre bleu sont
supprimés (car ils ne correspondent plus à des fusions d’experts), et les nœuds
bleus orphelins sont alors réunis en un seul arbre en fusionnant tous les experts
qu’ils contiennent.

D’une part, on s’intéresse à la fusion entre les experts correspondant au
nœud “volé” et à l’arbre qui le vole, qu’on ne peut fusionner que si cela est
pertinent (cf. mergeExperts), et qui résulte en un expert e0 de complexité
c0. D’autre part, procéder au “vol” de ce nœud implique d’annuler la fusion qu’il
représente, ainsi que toutes celles représentées par ses parents dans la branche,
et il nous faut donc réunir tous les experts correspondant aux nœuds restants
(on suppose disposer d’une routine getRemainingNodes donnant accès à
ceux-ci) en un seul, ce qui mène à un expert e1 de complexité c1 (complexité
qui est par construction au plus égale à celle de l’expert associé au nœud racine
avant le “vol”). Ceci est illustré en Figure 4.7.

Étant données ces deux fusions, la routine ne peut donc procéder au “vol”
que si celui-ci permet de réduire la complexité totale, c’est-à-dire quand c0 +c1
est strictement inférieur à la complexité totale avant celui-ci. Dans le cas où
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Pseudo-code 4.5 La routine pointStealing
function pointStealing(Sf , leaf0, tree0, leaf1, tree1)

. On considère d’abord la fusion des experts aux racines
etree0 ← tree0.expert
etree1 ← tree1.expert
e0 ← mergeExperts(Sf , etree0, etree1)
if e0 6= None then

bestSolution ← createNode(newExpert, children={tree0, tree1})
bestComplexity ← e0.complexity

else
bestSolution ← None
bestComplexity ← etree0.complexity + etree1.complexity

end if

. On cherche ensuite à réduire la complexité en autorisant un arbre

. à voler des points (i.e. un nœud et ses fils) à l’autre
for triplet ∈ {(leaf0, tree0, tree1), (leaf1, tree1, tree0)} do

(node, parentTree, otherTree)← triplet
(eparent, eother)← (parentTree.expert, otherTree.expert)

. On remonte la branche contenant node à la recherche

. d’une complexité minimale
while node 6= parentTree do

e0 ← mergeExperts(Sf , eother, node.expert)
if e0 6= None then

remainingNodes← getRemainingNodes(parentTree, node)
Sd ←

⋃
n ∈ remainingNodes

n.expert.points

(c1, f1)← getBestFit(Sf , Sd, Sf,min, eparent.complexity)
totalComplexity ← e0.complexity + c1
if totalComplexity < bestComplexity then

newNode0 ← createNode(e0, children={node, otherTree})
e1 ← (Sd, c1, f1)
newNode1 ← createNode(e1, children=orphanNodes)
bestSolution ← {newNode0, newNode1}
bestComplexity ← totalComplexity

end if
end if
node ← parentTree.getParent(node)

end while

end for
return bestSolution

end function
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plusieurs nœuds de la branche sont éligibles pour le “vol”, la routine choisit
celui qui mène à la plus faible complexité totale. Le Pseudocode 4.5 donne le
détail de pointStealing.

4.5.3 Mise à jour de la collection d’arbres

À l’issue de la phase d’initialisation, COCOTTE+ met à jour la collec-
tion d’arbres en appelant successivement pointStealing pour chaque paire
de feuilles (une unique fois par paire) en passant également en argument les
arbres qui les contiennent. À chaque fois que la routine ne renvoie pas None,
ces arbres sont remplacés dans la collection par ceux retournés par pointS-
tealing. Les paires de feuilles sont considérées en commençant par celles dont
les points correspondant sont les plus proches pour une mesure de distance don-
née (la distance en norme L1 dans notre implémentation). Ce processus vient
remplacer la phase de fusion gloutonne de COCOTTE, et permet de se pas-
ser de la phase d’élimination des artefacts (voir chapitre suivant). Une version
détaillée de l’algorithme est donnée en annexe, en Pseudo-code A.3.

COCOTTE+ permet par construction d’éliminer des artefacts au cours
de la phase de fusion, et donne par conséquent la possibilité à des structures
locales d’émerger même lorsque les premières fusions d’experts mènent à des
artefacts (ce qui peut avoir lieu par exemple si les points ne sont pas assez
denses ou si la fonction de distance est peu adaptée). COCOTTE+ est donc
bien une amélioration de COCOTTE qui réduit la dépendance de l’algorithme
à la qualité des toutes premières fusions d’experts.

4.6 Conclusion

Dans ce chapitre, après avoir brièvement rappelé le problème du compromis
entre nombre et versatilité des experts, nous nous sommes intéressés au prin-
cipe du rasoir d’Ockham pour apporter une réponse à cette question : choisir
le mélange d’experts de complexité minimale parmi ceux qui rendent compte
des données d’entraînement.

Nous avons d’abord posé des définitions permettant d’établir formellement
ce qu’est la complexité d’un mélange d’experts et ce que signifie le fait de
rendre compte des données d’entraînement, puis nous nous sommes ensuite
appuyés sur ces définitions pour introduire COCOTTE, l’algorithme que nous
proposons pour rechercher ce mélange d’expert, et détailler les principales rou-
tines sur lesquelles il s’appuie. Nous avons également introduit COCOTTE+,
une amélioration de COCOTTE permettant de limiter la dépendance à une
des hypothèses sur lesquelles cet algorithme s’appuie.

Dans le prochain chapitre, nous appliquerons ces algorithmes à l’approxi-
mation de diverses fonctions et nous verrons si cet algorithme est à la hauteur
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de nos attentes.
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Chapitre 5

Expériences

Dans les chapitres précédents nous avons vu que notre problème d’appren-
tissage de compétences paramétrées pouvait être vu comme un problème de
régression vers une fonction localement C∞ (chapitre 2), puis avons passé en
revue divers algorithmes de régression et déterminé qu’une approche de type
mélange d’experts serait appropriée (chapitre 3).

Nous avons ensuite montré que pour une telle approche, la question du
compromis entre le nombre d’experts et la versatilité de ceux-ci était critique,
puis nous avons introduit COCOTTE, l’algorithme de mélange d’experts que
nous avons développé pour répondre à cette question et qui se fonde sur la
recherche du mélange d’experts de complexité minimale, ainsi qu’une version
améliorée de celui-ci appelée COCOTTE+.

Dans ce chapitre, nous allons maintenant appliquer ces algorithmes à l’ap-
prentissage de diverses fonctions ainsi qu’à l’apprentissage de compétences
paramétrées. Dans toutes les expériences que nous allons voir, l’implémenta-
tion qui est utilisée est celle présentée à la fin du chapitre précédent : Sf est
l’ensemble des familles Pk,d (fonctions polynomiales de degré au plus k à |d|
variables, appliquées aux dimensions de x dont les indices sont dans d), cha-
cune de ces familles est associée à une complexité k × |d|+ 1, la distance entre
deux points de données est la distance euclidienne entre ceux-ci, la distance
entre deux experts est la distance minimale entre les points de données qui
leur sont rattachés, et les régions sont déterminées à l’aide d’une forêt d’arbres
décisionnels.

5.1 Expérience : application à des cas simples
Avant d’appliquer COCOTTE à la recherche de compétences paramétrées

directes, commençons par vérifier que cet algorithme de mélange d’experts
donne les résultats attendus sur des cas simples, c’est-à-dire sur des données
synthétiques ou les fonctions à approximer et les imprécisions du jeu d’entraî-
nement sont connues.
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5.1.1 Comportement lié à l’imprécision

Considérons tout d’abord une fonction sinus d’amplitude 1, légèrement
bruitée au moyen d’un bruit uniforme d’amplitude 0.1, et intéressons-nous à
l’influence de l’imprécision attribuée aux données d’entraînement sur le com-
portement de COCOTTE.

Si les imprécisions fournies sur ces données sont égales (ou très légèrement
supérieures) au bruit, COCOTTE fournit une assez bonne approximation de
notre fonction comme on peut le voir en Figure 5.1.

Figure 5.1 – Approximation par COCOTTE d’une fonction sinus d’amplitude
1 légèrement bruitée (bruit uniforme d’amplitude 0.1), quand les imprécisions
fournies sur les 50 points d’entraînement valent ε = 0.1. L’approximation est
composée d’un unique expert, appartenant à P13,{0}.

Si on augmente l’imprécision, les variations de la fonction sinus sont pro-
gressivement assimilées à du bruit, et la complexité de l’approximation diminue
jusqu’à devenir une fonction constante, comme on peut le voir en Figure 5.2.

Nous avons donc vu sur cet exemple que comme on pouvait s’y attendre,
la capacité à rendre compte du jeu de données d’entraînement est fondamen-
tale pour COCOTTE et, celle-ci étant intimement liée à la précision avec
laquelle nous connaissons les points d’entraînement, des imprécisions plus éle-
vées mènent à des approximations plus simples. En cela, les imprécisions sur le
jeu d’entraînement jouent en pratique un rôle similaire aux hyper-paramètres
réglant la complexité dont nous avions parlé précédemment. Ces imprécisions
ne sont cependant pas des hyper-paramètres : elles ont ceci de différent qu’elles
correspondent à quelques chose de concret qui peut être mesuré en amont de
l’apprentissage (précision sur les flottants, précision des appareils de mesures,
etc).
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Figure 5.2 – Approximation par COCOTTE d’une fonction sinus d’amplitude
1 légèrement bruitée (bruit uniforme d’amplitude 0.1), quand les imprécisions
fournies sur les 50 points d’entraînement valent ε = 1.1. L’approximation est
composée d’un unique expert, appartenant à P0,∅.

5.1.2 Comportement lié aux ruptures de régularité

Intéressons-nous maintenant aux ruptures de régularité : COCOTTE est-
il bien capable d’approximer une fonction qui n’est que localement C∞ par
plusieurs experts localement C∞ ?

On peut dans un premier temps s’intéresser au cas d’une fonction discon-
tinue, comme par exemple la fonction échelon dont nous avons parlé précé-
demment, qui vaut 1 sur R+ et 0 ailleurs. La Figure 5.3 montre le résultat
de l’exécution de COCOTTE sur cette fonction : deux experts on été appris,
l’un approximant la fonction créneau sur R+ par une constante proche de 1,
et l’autre approximant la fonction sur R− par une fonction constante proche
de 0. L’approximation est très proche de la vraie fonction, bien que l’ajout de
nouveaux points d’entraînement puisse permettre d’améliorer les régions.
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Figure 5.3 – Approximation par COCOTTE de la fonction échelon, valant 1
sur R+ et 0 ailleurs, légèrement bruitée (bruit uniforme d’amplitude 0.1). Les
imprécisions fournies sur les 50 points d’entraînement valent ε = 0.1. L’ap-
proximation est composée de deux experts, en bleu et en rouge respectivement,
appartenant tous les deux à P0,∅.

Figure 5.4 – Approximation par COCOTTE fonction x 7→ |sin(x)|, légère-
ment bruitée (bruit uniforme d’amplitude 0.1). Les imprécisions fournies sur
les 50 points d’entraînement valent ε = 0.1. L’approximation est composée de
deux experts, l’un appartenant à P4,{0} (en bleu). et l’autre à P2,{0} (en rouge).
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Dans un second temps, on peut s’intéresser au cas de fonctions qui sont
continues mais comportent des ruptures de régularité, comme par exemple la
fonction x 7→ |sin(x)|. La Figure 5.4 montre le résultat de l’exécution de CO-
COTTE sur des données produites par cette fonction sur [0, 5] : deux experts
on été appris, chacun approximant la fonction de part et d’autre de la rup-
ture de régularité en π. Là encore, l’approximation est très proche de la vraie
fonction, bien que l’ajout de nouveaux points d’entraînement puisse permettre
d’améliorer les régions.

Nous avons donc vu sur ces exemples que COCOTTE est capable d’ap-
proximer des fonctions qui sont C∞ localement mais pas globalement par des
experts C∞ qui en fournissent de bonnes approximations locales là où elle est
régulière, les ruptures de régularité correspondant à des frontières entre les
différents experts.

5.1.3 Et COCOTTE+?

L’exécution de COCOTTE+ sur les mêmes données que COCOTTE révèle
que cet algorithme mène à des mélanges d’experts similaires à ceux de son
prédécesseur. Il s’agit en effet de combinaisons d’experts de même nombre et
de même complexités, et on peut constater visuellement sur les Figures 5.5, 5.6,
5.7 et 5.8 que les mélanges d’experts ainsi trouvés sont sensiblement identiques
à ceux renvoyés par COCOTTE (la principale différence visuelle concernant
l’emplacement des frontières entre les différents experts, qui vient en réalité
non pas de la différence entre les algorithmes mais du caractère stochastique
de l’algorithme de classification utilisé).

Cette similarité entre les mélanges d’experts renvoyés par COCOTTE et
COCOTTE+ est observable bien que COCOTTE+ ne comprenne pas de phase
d’élimination des artefacts. C’est en effet ici le “vol de points” qui joue ce rôle, ce
qui est mis en évidence sur la Figure 5.9, qui représente les mélanges d’experts
renvoyés sur les mêmes données par COCOTTE et COCOTTE+, en sautant
pour COCOTTE la phase d’élimination des artefacts.
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Figure 5.5 – Approximation par COCOTTE+ d’une fonction sinus d’ampli-
tude 1 légèrement bruitée (bruit uniforme d’amplitude 0.1), quand les impréci-
sions fournies sur les 50 points d’entraînement valent ε = 0.1. L’approximation
est composée d’un unique expert, appartenant à P13,{0}.

Figure 5.6 – Approximation par COCOTTE+ d’une fonction sinus d’ampli-
tude 1 légèrement bruitée (bruit uniforme d’amplitude 0.1), quand les impréci-
sions fournies sur les 50 points d’entraînement valent ε = 1.1. L’approximation
est composée d’un unique expert, appartenant à P0,∅.
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Figure 5.7 – Approximation par COCOTTE+ de la fonction échelon, va-
lant 1 sur R+ et 0 ailleurs, légèrement bruitée (bruit uniforme d’amplitude
0.1). Les imprécisions fournies sur les 50 points d’entraînement valent ε = 0.1.
L’approximation est composée de deux experts, en bleu et en rouge respecti-
vement, appartenant tous les deux à P0,∅.

Figure 5.8 – Approximation par COCOTTE+ fonction x 7→ |sin(x)|, légère-
ment bruitée (bruit uniforme d’amplitude 0.1). Les imprécisions fournies sur
les 50 points d’entraînement valent ε = 0.1. L’approximation est composée de
deux experts, l’un appartenant à P4,{0} (en bleu). et l’autre à P2,{0} (en rouge).
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(a)

(b)

Figure 5.9 – Approximations de la fonction x 7→ |sin(x)|, légèrement bruitée
(bruit uniforme d’amplitude 0.1), en fournissant des imprécisions ε = 0.1 sur
les 100 points d’entraînement. Ces approximations correspondent aux mélanges
d’experts renvoyés (a) par COCOTTE en sautant la phase d’élimination des
artefacts, et (b) par COCOTTE+
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5.2 Expérience : simulation d’interaction d’un
bras robotique avec un cube

Maintenant que nous avons vérifié que COCOTTE donne les résultats at-
tendus sur des fonctions simples connues, il est temps de l’appliquer au pro-
blème pour lequel nous l’avons développé : la recherche de compétences para-
métrées directes.

5.2.1 Environnement de simulation

Nous utilisons l’environnement de simulation de Ecarlat et al. [2015], qui
met en jeu un bras robotique fixé à une table sur laquelle se trouve un objet cu-
bique (voir Figure 5.10). La configuration du robot est entièrement déterminée
par les angles des 6 articulations et l’état d’ouverture de la pince, représentés
collectivement par un vecteur q ∈ [0, 1]7. La position du cube sera quant à elle
représentée par un vecteur p = (x, y, z) ∈ R3, les coordonnées x, y et z corres-
pondant respectivement à l’axe avant-arrière du robot (i.e. axe de la longueur
de la table), à l’axe droite-gauche (i.e. axe de la largeur de la table), et à l’axe
vertical (i.e. axe de l’épaisseur de la table).

Figure 5.10 – L’environnement de simulation. Le robot est ici dans la confi-
guration (0, 0, 0, 0, 0, 0, 0) et le cube à la position (0, 0, 0).
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5.2.2 Protocole expérimental

Domaines, politiques, effets

Le bras robotique est initialement placé dans une configuration q0 variable,
et le cube en une position fixe (0, 0, 0) située devant le robot (cf. Figure 5.10).
On choisit alors une nouvelle configuration q1 que l’on fait prendre au robot,
puis on observe la position finale pfin du cube (à laquelle on ajoute un bruit
uniforme d’amplitude 1cm et centré sur 0).

Dans le formalisme que nous avons présenté aux chapitre 1, nous avons
donc ici un domaine paramétré par q0, une politique paramétrée par q1, et un
effet paramétré par pfin. La précision que nous avons sur les valeurs de pfin
sont prises comme la somme de l’amplitude du bruit que nous avons ajouté
et de celle du bruit de simulation (cette dernière est évaluée empiriquement et
est composée d’un terme constant et d’un terme proportionnel au déplacement
du cube).

Génération des données

Afin de permettre une meilleure visualisation du comportement de CO-
COTTE, nous nous limitons à des interactions mettant en jeu un nombre
restreint de dimensions. Pour cela, nous faisons exécuter deux types de com-
portements A et B au robot.

Le comportement A consiste à tirer aléatoirement deux réels t0 ∈ [−1, 0]
et t1 ∈ [t0, 1.5], puis à se placer dans le domaine défini par le vecteur de para-
mètres q0 = qA0 + t0 ·

−−→
qA0 q

A
1 et à exécuter la politique définie par le vecteur de

paramètres q1 = qA0 + t1 ·
−−→
qA0 q

A
1 , où qAO et qA1 sont deux configurations fixes du

robot dans lesquelles la pince est fermée et située respectivement à gauche et
à droite du cube (axe y).

Le comportement B est identique au comportement A, à ceci près qu’il
s’appuie sur deux autres configurations fixes du robot qB0 et qB1 , dans lesquelles
la pince est également fermée mais cette fois située respectivement à droite et
à gauche du cube. Le comportement A mène donc à pousser le cube vers la
droite et le comportement B à le pousser vers la gauche.

On exécute aléatoirement les comportements A et B pour générer d’une
part 300 points de données d’interaction qui constitueront le jeu de données
d’entraînement que nous fournirons à COCOTTE, et d’autre part 10 000 autres
points de données qui constitueront un jeu de test qui nous permettra ensuite
d’évaluer la qualité de ce qui a été appris.

5.2.3 Résultats

Afin de mesurer quantitativement la qualité des experts appris par CO-
COTTE, on exécute l’algorithme successivement sur des sous-ensemble du jeu

108 Adrien Matricon



5. Expériences

d’entraînement de tailles croissantes (les 10 premiers points du jeu d’entraîne-
ment, puis les 20 premiers points, puis les 30 premiers points, etc). On recom-
mence ensuite après avoir réalisé une permutation aléatoire des points, et ce
jusqu’à obtenir les résultats de l’apprentissage pour 30 permutations distinctes
(ce que nous avons jugé suffisant pour calculer moyenne et écart-type).

La Figure 5.11 montre l’évolution de la complexité totale (somme des com-
plexités des fonctions prédisant chacune des coordonnées de pfin) à mesure que
la taille du jeu d’entraînement augmente. Lorsque le nombre de points est très
faible, la complexité l’est également : le nombre de points limite la complexité
maximum et ne permet pas d’apprendre une fonction de complexité satisfai-
sante pour refléter la structure réelle des données, et on est dans une situa-
tion de sous-entraînement. Dit autrement, il existe des fonctions très simples
permettant de rendre compte des points d’entraînement, et plus de données
sont nécessaires pour pouvoir les rejeter au profit de fonctions plus complexes.
Lorsque la taille du jeu d’entraînement augmente, la complexité totale com-
mence donc d’abord par augmenter (on sort du sous-entraînement), avant de
redescendre et de se stabiliser.

Figure 5.11 – Évolution de la complexité totale du mélange d’experts renvoyé
par COCOTTE à mesure que l’on ajoute les points du jeu d’entraînement. Sont
représentés la moyenne et les valeurs extrémales sur 30 permutations aléatoires
du jeu d’entraînement (voir texte pour plus d’informations). Celles-ci sont
égales pour 300 points car tout le jeu d’entraînement est donné à COCOTTE
quelle que soit la permutation.

On peut cependant s’étonner du fait que la complexité augmente puis re-
descende. En effet, si COCOTTE apprend le mélange d’experts le plus simple
rendant compte des données d’entraînement, alors la complexité de ce mélange
ne devrait qu’augmenter ou rester constante lorsque l’on ajoute des points d’en-
traînement. Nous pouvons cependant proposer une explication assez simple à
cela. Comme nous l’avons vu en section 4.3.4, l’étape de fusion gloutonne re-
pose sur l’idée que les points sont assez denses pour que les fusions d’experts
se fassent d’abord localement puis à plus grande échelle, et permettent ainsi
à des structures locales d’émerger et d’empêcher de fusionner des experts à
tort. Si les points d’entraînement ne sont initialement pas assez denses, ces
structures locales ne peuvent pas émerger et les artefacts (experts résultant de
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mauvaises fusions) sont difficiles à différencier des autres experts. Il est donc
normal que la complexité totale soit trop élevée lorsque les points de données
d’entraînement sont encore peu nombreux et épars, et qu’elle diminue lorsque
de nouveaux points sont ajoutés et permettent de gagner en densité.

La Figure 5.12 montre quant à elle l’évolution du taux d’erreur de prédiction
sur les diverses coordonnées (pourcentage de points du jeu de test prédits avec
des erreurs supérieures aux précisions sur ces points) à mesure que l’on ajoute
des points de données d’entraînement. On constate ainsi que le taux d’erreur
diminue très vite lorsque l’on ajoute de nouveaux points, et converge vers un
taux d’erreur très bas avoisinant les 2 ou 3% selon la coordonnée. Le mélange
d’experts appris par COCOTTE semble donc avoir de bonnes capacités de
généralisation.

Lorsque la totalité des 300 points du jeu de données d’entraînement est
donné à COCOTTE, l’algorithme renvoie un mélange de 4 experts. Pour vi-
sualiser ce à quoi correspondent ces experts, nous allons nous intéresser spéci-
fiquement à la coordonnée y de pfin, qui correspond à l’axe allant de la droite
(valeurs faibles de y) à la gauche (valeurs élevées de y) du robot. En effet,
comme nous l’avons vu précédemment, les comportements A et B que nous
avons fait adopter au robot font principalement bouger la pince (et donc le
cube) le long de l’axe gauche-droite du robot ; les variations de la coordonnée
x (axe avant-arrière) sont donc anecdotiques, et la coordonnée z ne prend que
deux valeurs selon que le cube est resté sur la table (ce qui correspond à 3
des 4 experts) ou qu’il en est tombé (dernier expert). La Figure 5.13 montre
les prédictions de y fournies par les 4 experts appris par COCOTTE pour les
points du jeu de test appartenant à leur région.

Au-delà des performances quantitatives (complexité, taux d’erreurs) vues
plus haut, c’est d’un point de vue qualitatif que les choses sont les plus inté-
ressantes. D’une part, on peut constater visuellement sur la Figure 5.13 que
le mélange d’experts appris par COCOTTE est le mélange d’experts que l’on
cherche : il est proche des données, les zones où la fonction sous-jacente est ré-
gulière ne sont pas divisées entre plusieurs experts, et les ruptures de régularité
correspondent bien à des frontières entre modèles.

D’autre part, les experts ainsi appris semblent bel et bien correspondre aux
compétences paramétrées directes que nous cherchons à apprendre : on peut
ainsi les interpréter sémantiquement comme étant les compétences paramétrées
directes dne pas toucher le cubec (en rouge), dpousser le cube vers la gauche
de la tablec (en vert), dpousser le cube vers la droite de la tablec (en orange),
et dpousser le cube vers la droite jusqu’à le faire tomberc (en bleu).
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Figure 5.12 – Évolution des taux d’erreur de prédiction du mélange d’expert
renvoyé par COCOTTE sur les diverses coordonnée de pfin (pourcentage de
points du jeu de test prédits avec des erreurs supérieures aux précisions sur
ces points) à mesure que l’on ajoute les points du jeu d’entraînement. Sont
représentés la moyenne et les valeurs extrémales sur 30 permutations aléatoires
du jeu d’entraînement (voir texte pour plus d’informations). Celles-ci sont
égales pour 300 points car tout le jeu d’entraînement est donné à COCOTTE
quelle que soit la permutation.
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Figure 5.13 – À l’issue de l’apprentissage, COCOTTE rend compte du jeu
d’entraînement à l’aide de 4 experts. Sont représentés ici d’une part les points
du jeu de test (en gris), et d’autre part les prédictions des différents experts
(en couleur). Pour permettre la visualisation, on s’intéresse à la coordonnée y
de pfin en fonction de q0,0 (la première coordonnée de q0) et q1,0 (la première
coordonnée de q1). Les points verts sont prédits par un expert associé sur y à
une fonction de P3,{q1,0} (complexité 4), les points oranges par un expert associé
sur y à une fonction de P2,{q1,0} (complexité 3), les points rouges par un expert
associé sur y à une fonction de P0,∅ (complexité 1), et les points bleus par un
expert associé sur y à une autre fonction de P0,∅ (complexité 1 également).
Voir le texte pour plus d’information.
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On peut par ailleurs constater que les compétences dne pas toucher le cubec
et dpousser le cube vers la droite jusqu’à le faire tomberc correspondent à
des fonctions constantes et ne s’appuient sur q0 et q1 que pour définir les
régions qu’elles occupent. Les compétencesdpousser le cube vers la gauche de
la tablec et dpousser le cube vers la droite de la tablec correspondent quant
à elles à des fonctions qui ne dépendent que de q1,1 (la première coordonnée
de q1) ; on retrouve bien là le fait que les comportements que nous avons
fait exécuter au robot sont entièrement déterminés par (t0, t1), qui peuvent
être déduits de q0,0 (la première coordonnée de q0) et q1,1, et que la position
finale du cube est indépendante de t0. Le fait que la complexité des familles
de fonctions soit lié aux nombres de dimensions mises en jeu a donc bien
permis à COCOTTE de sélectionner les dimensions pertinentes pour chacune
des compétences paramétrées directes qui ont été apprises.

5.2.4 Et COCOTTE+?

Ici aussi, malgré l’absence de phase d’élimination des artefacts, l’exécu-
tion de COCOTTE+ sur les mêmes données que son prédécesseur mène à un
mélange d’experts sensiblement identique à celui trouvé par COCOTTE.

Figure 5.14 – Évolution de la complexité totale du mélange d’experts renvoyé
par COCOTTE+ à mesure que l’on ajoute les points du jeu d’entraînement.
Sont représentés la moyenne et les valeurs extrémales sur 30 permutations aléa-
toires du jeu d’entraînement (voir texte pour plus d’informations). Celles-ci
sont égales pour 300 points car tout le jeu d’entraînement est donné à CO-
COTTE+ quelle que soit la permutation. Pour faciliter la comparaison, l’évo-
lution de la complexité totale pour COCOTTE (Figure 5.11) est superposée
par transparence.

Lorsque l’on exécute l’algorithme successivement sur des sous-ensemble du
jeu d’entraînement de tailles croissantes comme précédemment, on constate
que la complexité totale du mélange d’experts renvoyé évolue différemment
pour les deux algorithmes. Dans le cas de COCOTTE (voir Figure 5.11),
lorsque la taille du jeu d’entraînement augmente, la complexité totale aug-
mente d’abord lorsque l’on sort du sous-entraînement, puis redescend lorsque
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les structures locales permettre de limiter la formation d’artefacts. Dans le cas
de COCOTTE+ (voir Figure 5.14), la complexité totale augmente également
lorsque l’on sort du sous-entraînement, mais converge directement vers la com-
plexité finale. On retrouve donc bien que COCOTTE+ est moins dépendant
que COCOTTE à la qualité des toutes premières fusions d’experts, et qu’il
permet de limiter la formation d’artefacts même lorsque les points de données
sont peu denses. Ceci se ressent également sur les taux d’erreur de prédiction
(voir Figure 5.15), qui convergent plus rapidement vers leurs valeurs finales
avec COCOTTE+ qu’avec COCOTTE.

Figure 5.15 – Évolution des taux d’erreur de prédiction du mélange d’expert
renvoyé par COCOTTE+ sur les diverses coordonnée de pfin (pourcentage de
points du jeu de test prédits avec des erreurs supérieures aux précisions sur ces
points) à mesure que l’on ajoute les points du jeu d’entraînement. Sont repré-
sentés la moyenne et les valeurs extrémales sur 30 permutations aléatoires du
jeu d’entraînement (voir texte pour plus d’informations). Celles-ci sont égales
pour 300 points car tout le jeu d’entraînement est donné à COCOTTE+ quelle
que soit la permutation. Pour faciliter la comparaison, l’évolution des taux
d’erreurs pour COCOTTE (Figure 5.12) sont superposées par transparence.
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5.3 Conclusion
Dans ce chapitre, nous avons d’abord appliqué COCOTTE et COCOTTE+

à des fonctions simples connues afin de vérifier que ces algorithmes ont le com-
portement attendu et que les mélanges d’experts qu’ils renvoient fournissent
de bonnes approximations de fonctions localement régulières.

Nous avons ensuite appliqué ces algorithmes à des données d’interaction
entre un robot et un objet, les mélanges d’experts ainsi appris permettant de
structurer les contingences sensorimotrices (soit ici l’influence de la politique
exécutée sur la position finale de l’objet observée par le robot) en compétences
paramétrées directes.

À l’issue de l’apprentissage, les mélanges d’experts ainsi appris semblent
refléter la structure des données d’interaction et fournissent des compétences
distinctes auxquelles il est possible d’attribuer une réelle interprétation sé-
mantique. De plus, la comparaison de COCOTTE et COCOTTE+ confirme
l’avantage du second sur le premier, COCOTTE+ permettant ainsi de conver-
ger vers les mélanges d’experts souhaités de façon plus robuste, et fournissant
des mélanges d’experts de meilleure qualité lorsque moins de points de données
d’entraînement sont disponibles.
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Conclusion et perspectives

La découverte de contingences sensorimotrices et leur structuration en com-
pétences sont des enjeux importants en robotique. En particulier, on souhaite
pouvoir apprendre ainsi des compétences qui soient à la fois riches sémanti-
quement et aussi générales que possible.

Cette thèse s’est intéressée à la question du regroupement de compétences
en compétences plus générales, et a entrepris de déterminer quand il est ou non
pertinent de réaliser de tels regroupement ainsi que de proposer des algorithmes
s’appuyant sur ces critères pour les effectuer.

Ce chapitre résume les contributions de cette thèse et présente quelques
pistes pour de futures recherches.

Résumé

Dans ce document, nous avons dans un premier chapitre présenté le for-
malisme des politiques et des options et donné une définition de ce qu’est une
tâche. Nous avons alors discuté des diverses façons dont le terme de “compé-
tence” est utilisé dans la littérature et posé la définition que nous utiliserions
par la suite. Suite à cela, nous avons vu comment ces définitions pouvaient être
étendues à des politiques paramétrées, tâches paramétrées et compétences pa-
ramétrées.

Nous avons ensuite inscrit l’apprentissage de compétences paramétrées dans
le cadre plus large du transfert entre divers apprentissages, dont nous avons
présenté les différentes problématiques ainsi que modalités. Ceci nous a permis
de reformuler l’apprentissage de compétences paramétrées comme une tech-
nique permettant un transfert de paramètres dans le cadre d’une probléma-
tique d’apprentissage multi-tâches et multi-domaines de politiques. Nous avons
alors utilisé ce formalisme pour étendre les définitions de “compétence” et “com-
pétence paramétrée” à un cadre un peu plus général.

Dans le chapitre suivant, nous avons adapté ces définitions au cas d’un
robot qui ne reçoit pas de tâches d’un utilisateur extérieur mais se fixe ses
propres buts durant la phase d’apprentissage. Nous avons ensuite connecté la
notion de compétences paramétrées au formalisme des modèles inverses, ce qui
nous a poussé à les qualifier par la suite de “compétences paramétrées inverses”.
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Résumé

En nous fondant sur la dualité entre modèles inverses et modèles directs, nous
avons alors élaboré une nouvelle forme de compétences paramétrées connectée
cette fois-ci aux modèles directs : les compétences paramétrées directes.

Ce chapitre fut également l’occasion de montrer les limites des approches
inverses pour le problème qui nous intéresse — le regroupement de compétences
en compétences plus générales — et d’illustrer au moyen d’une expérience de
pensée ce que pourrait apporter une approche directe pour le traitement de
celui-ci. Au vu de ces considérations, nous avons alors proposé une approche
directe qui consiste, dans une cadre plus général que celui de l’expérience de
pensée, à ramener ce regroupement des compétences à un problème de régres-
sion vers une fonction localement C∞ mais non nécessairement globalement
(détermination des plus grands sous-espaces de l’espace des compétences sur
lesquels des modèles directs C∞ locaux peuvent être trouvés, et estimation de
ces modèles).

Afin de traiter le problème auquel nous nous sommes ramenés, nous avons
consacré notre troisième chapitre aux algorithmes de régression, à la recherche
d’un algorithme qui y soit adapté. Nous nous sommes dans un premier temps
intéressés aux algorithmes de régression linéaire, qui bien qu’étant insuffisants
pour traiter notre problème sont à la base d’autres algorithmes plus élaborés
et nous ont également permis d’aborder certains enjeux des problèmes de ré-
gression. Ces algorithmes, même étendus à des cas non-linéaires, n’étant pas
assez expressifs pour approximer de façon satisfaisante des fonctions qui sont
localement C∞ mais pas globalement, nous avons ensuite considéré les algo-
rithmes de régression non paramétrique. Nous avons alors vu que ces derniers,
bien que particulièrement adaptés à l’approximation de fonctions qui ne sont
pas globalement C∞, sont en revanche trop locaux pour tirer parti efficace-
ment des données et ne permettent pas non plus de réellement partitionner le
domaine de définition en sous-espaces distincts. Nous nous sommes alors tour-
nés vers des méthodes qui abordent différemment la localité : les algorithmes
de mélange d’experts. Si cette classe d’algorithmes nous a semblé adaptée à
notre problème, nous avons toutefois constaté que les algorithmes existants
s’intéressaient peu à la question du compromis entre le nombre des experts et
la versatilités de ceux-ci, pourtant cruciale à notre cas d’application.

Dans un quatrième chapitre, après avoir brièvement rappelé le problème du
compromis entre nombre et versatilité des experts, nous nous sommes intéressés
au principe du rasoir d’Ockham pour apporter une réponse à cette question :
choisir le mélange d’experts de complexité minimale parmi ceux qui rendent
compte des données d’entraînement. Nous avons alors posé des définitions per-
mettant d’établir formellement ce qu’est la complexité d’un mélange d’experts
et ce que signifie le fait de rendre compte des données d’entraînement, puis nous
nous sommes ensuite appuyés sur ces définitions pour introduire COCOTTE,
l’algorithme que nous proposons pour rechercher ce mélange d’expert, et dé-
tailler les principales routines sur lesquelles il s’appuie. Nous avons également
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introduit COCOTTE+, une amélioration de COCOTTE permettant de limiter
la dépendance à une des hypothèses sur lesquelles cet algorithme s’appuie.

Nous avons enfin appliqué ces algorithmes dans un cinquième et dernier
chapitre, d’une part à des fonctions simples connues — afin de vérifier que
ces algorithmes ont le comportement attendu et que les mélanges d’experts
qu’ils renvoient fournissent de bonnes approximations de fonctions localement
régulières — et d’autre part à des données d’interaction entre un robot et
un objet. Sur ces données d’interaction, nous avons constaté que le mélange
d’experts trouvé par COCOTTE et COCOTTE+ semble refléter la structure
des données d’interaction, et fournit des compétences distinctes auxquelles
il est possible d’attribuer une réelle interprétation sémantique. Par ailleurs,
l’application de COCOTTE et COCOTTE+ à ces données permet de confirmer
que le second est bien une amélioration du premier, celui-ci convergeant vers les
mélanges d’experts souhaités de façon plus robuste, et fournissant des mélanges
d’experts intermédiaires de meilleure qualité lorsque le nombre de points de
données d’entraînement est insuffisant.

Pistes pour de futures recherches

Extensions directes des travaux présentés

De futurs travaux pourraient s’intéresser à l’apprentissage de compétences
dans des scénarios plus complexes que ceux présentés ici. De tels scénarios
peuvent en effet s’avérer difficiles à traiter pour nos algorithmes, car la com-
plexité des compétences recherchées peut se manifester par des structures lo-
cales également complexes. Celles-ci nécessitent alors un nombre important de
fusions locales pour émerger, ce qui amplifie les problèmes liés à de mauvaises
fusions initiales. De tels scénarios s’accompagnent par ailleurs le plus souvent
d’un nombre de dimensions plus élevé, ce qui rend la notion de distance moins
utile et brouille donc l’information de localité (et ce d’autant plus que certaines
dimensions entièrement non pertinentes pour le problème peuvent éloigner ar-
bitrairement des points les uns des autres pour certaines fonctions de distance).

Pour remédier à ces difficultés, une piste qui s’offre à nous est alors de
chercher une variante de nos algorithmes qui permette de s’affranchir complè-
tement de toute notion de distance. C’est déjà dans cette direction que vont
les améliorations que nous avons apportées à COCOTTE dans COCOTTE+,
qui affaiblissent la dépendance aux premières fusions d’experts (déterminées
par les plus proches voisins). Pour continuer dans cette direction, on pourrait
par exemple suivre une approche de type séparation et évaluation telle que
celle mentionnée au chapitre 4 (mais dont les coûts en calculs restent pour
l’instant prohibitifs), ou encore attribuer une complexité à la segmentation de
l’espace en régions associées aux divers experts et coupler la minimisation de
la complexité des experts à celle de la complexité des régions.
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Dans un autre registre, les travaux présentés dans cette thèse se sont limi-
tés à un unique choix de Sf (ensemble de familles de fonctions) et de comp
(fonction de complexité sur cet ensemble), et se sont appuyés sur des solveurs
de programmes linéaires pour exprimer la routine getFittingFunction (re-
cherche au sein d’une famille de fonctions d’une fonction expliquant un jeu de
données). De futurs travaux pourraient donc explorer d’autres choix de Sf
et comp, et pourraient proposer d’autres implémentations de getFitting-
Function afin de ne plus se limiter à des combinaisons linéaires de fonctions
primitives.

À cette occasion, getFittingFunction pourrait être scindée en deux
routines distinctes, selon que les appels à celle-ci cherchent à déterminer si
une fonction expliquant les données existe ou qu’ils cherchent à renvoyer une
telle fonction. Ceci permettrait probablement de réduire considérablement le
coût de nos algorithmes en calculs, et pourrait possiblement rendre viable des
approches de séparation et évaluation.

De futurs travaux pourraient également prendre en compte l’imprécision
sur les mesures de x en plus de celles de t dans la définition de l’explication
d’un jeu de données par une fonction, et fournir des implémentations adaptées.

Extensions à plus long terme

À un horizon plus lointain, divers travaux complémentaires pourraient être
menés. On peut par exemple penser à l’élimination des points aberrants (out-
liers en anglais). Ces points étant moins structurés que les autres points de
données, on peut en effet s’attendre à ce que les propriétés des experts qui en
rendent compte permettent de les identifier.

On peut également envisager l’utilisation des experts pour la résolution du
problème inverse (i.e. quelles valeurs de xmènent à des valeurs de t souhaitées),
par exemple par optimisation locale à partir du point le plus proche vu à
l’entraînement.

Un travail pourrait également être réalisé sur les valeurs de x, par exemple
en s’autorisant à créer de nouvelles dimensions composites (e.g. , une dimen-
sion x1+5 = x1 + x5), ce qui impliquerait de s’interroger sur les implications
en termes de complexité (e.g. , dans l’exemple précédent, P3,{x1+5} a une com-
plexité plus faible que P3,{x1,x5}, mais (x1, x5) 7→ x1+5 est en elle-même une
fonction de P1,{x1,x5}).

Si les résultats sont concluants, ceci pourrait permettre de partir de données
brutes (par exemple des images), et de composer les dimensions de celles-ci en
caractéristiques plus pertinentes. À défaut, on peut également envisager d’utili-
ser nos algorithmes après un prétraitement par des algorithmes d’apprentissage
de représentations (par exemple ceux s’appuyant sur des réseaux de neurones)
qui extrairaient les caractéristiques pertinentes en amont.
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Perspectives

À terme, on peut espérer que les travaux entrepris dans cette thèse mènent
à des algorithmes permettant de structurer efficacement les interactions entre
tout robot et son environnement en compétences à la fois générales et séman-
tiquement riches.

De tels algorithmes pourraient alors être couplés aux stratégies d’explora-
tion de ces interactions, que ce soit en choisissant où explorer dans l’espace
des compétences pour que l’algorithme apprenne plus rapidement (il s’agirait
alors d’apprentissage actif, ou active learning en anglais), ou en mettant à pro-
fit les compétences déjà trouvées au moyen d’algorithmes de planification pour
placer le robot dans les domaines où l’on souhaite explorer. Ceci permettrait
par exemple lorsque l’exploration amène le robot à saisir un objet d’explorer
ensuite les nouvelles possibilité que cela lui offre (tirer l’objet saisi, le soulever,
etc).

À l’issue de cet apprentissage des compétences, leur richesse sémantique
pourrait permettre d’identifier des compétences similaires (e.g. , les compé-
tences dsaisir un crayonc et dsaisir un feutrec) et ainsi permettre au robot
de passer sans aide extérieure de l’apprentissage des compétences à celui des
affordances (i.e. celui de la corrélation entre caractéristiques visuelles locales
et compétences). C’est ensuite à partir de ces affordances que pourrait être
construit le concept d’objet pour des robots qui apprennent à interagir avec
leur environnement de façon autonome.
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Annexe A

Pseudo-codes

Pseudo-code A.1 La subroutine getBestFit
function getBestFit(Sf , Sd, cmin = Sf,min, cmax = Sf,max)

. La recherche dichotomique est inutile s’il y a

. une solution pour cmin,
candidates ← getFamilies(Sf , cmin, cmin)
for (F , c) in candidates do

f ← getFittingFunction(F , Sd)
if f 6= None then

return (c, f)
end if

end for

. Dans le cas contraire, on procède à la recherche dichotomique

. On initialise ’bestSol’, qui contiendra la solution à renvoyer
bestSol ← None

. On initialise ’low’. Les variables ’low’ et ’high’ contiendront les bornes

. sur la complexité pour la recherche dichotomique
low ← cmin + 1 . On sait qu’il n’y a pas de solution pour cmin

. On vérifie l’existence d’une solution, et le cas échéant on initialise ’high’
high ← 0
if cmax < +∞ then

. Déterminer [rangeMin, rangeMax] à l’aide

. de complexityRangeMin
rangeMax ← cmax
rangeMin ← max(low, complexityRangeMin(Sf , rangeMax))
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. Utiliser getFamilies pour obtenir la liste de familles

. de fonctions correspondantes
candidates ← getFamilies(Sf , rangeMin, rangeMax)
. Utiliser getFittingFunction pour chercher la première
. solution dans cette liste
for (F , c) in candidates do

f ← getFittingFunction(F , Sd)
if f 6= None then

bestSol ← (c, f)
high ← rangeMin −1 . J r-Min, r-Max K déjà exploré
break

else
return None . Pas de solution dans Sf

end if
end for

else
while true do

. Déterminer [rangeMin, rangeMax] à l’aide

. de complexityRangeMin
rangeMax ← 2 * low
rangeMin ← max(low, complexityRangeMin(Sf , rangeMax))
. Utiliser getFamilies pour obtenir la liste de familles
. de fonctions correspondantes
candidates ← getFamilies(Sf , rangeMin, rangeMax)
. Utiliser getFittingFunction pour chercher la première
. solution dans cette liste
for (F , c) in candidates do

f ← getFittingFunction(F , Sd)
if f 6= None then

bestSol ← (c, f)
high ← rangeMin −1 . J r-Min, r-Max K déjà exploré
break

end if
end for
if high = 0 then

low ← rangeMax +1
else

break
end if

end while
end if
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. On peut maintenant procéder à la recherche dichotomique

. entre ’low’ et ’high’
while low ≤ high do

. Déterminer rangeMax, le milieu de [low, high]
rangeMax ← floor((low + high + 1)/2)
. En déduire rangeMin à l’aide de complexityRangeMin
rangeMin ← max(low, complexityRangeMin(Sf , rangeMax))
. Utiliser getFamilies pour obtenir la liste de familles
. de fonctions correspondantes
candidates ← getFamilies(Sf , rangeMin, rangeMax)
. Utiliser getFittingFunction pour chercher la première
. solution dans cette liste
success ← false
for (F , c) in candidates do

f ← getFittingFunction(F , Sd)
if f 6= None then

success ← true
bestSol ← (c, f)
high ← rangeMin −1 . J r-Min, r-Max K déjà exploré
break

end if
end for
if not success then

low ← rangeMax +1
end if

end while

return bestSol
end function
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Pseudo-code A.2 L’algorithme COCOTTE
function COCOTTE(Sf , Sd)

1. Initialisation :

. Un expert dédié par point de Sd
experts ← ∅
for datapoint ∈ Sd do

unitSet ← {datapoint}
(c,f) ← getBestFit (Sf , unitSet, Sf,min, Sf,min)
newExpert ← (unitSet, c, f)
experts.add(newExpert)

end for

2. Fusion gloutonne :

. On essaie toutes les paires d’experts

. en commençant par les plus proches
distances ← ∅
for (e0, e1) ∈ experts × experts do

newItem ← (distance(e0, e1), e0, e1)
distances.add(newItem)

end for
while distances 6= ∅ do

distances.sortByFirst()
(dist, e0, e1) ← distances.pop()
newExpert ← mergeExperts(Sf , e0, e1)
if newExpert 6= None then

. On retire de ’experts’ les éléments e0 et e1
experts.remove(e0)
experts.remove(e1)
. On retire de ’distances’ tous les triplets contenant e0 ou e1
distances.removeAll(e0)
distances.removeAll(e1)
. On met à jour experts et distances
for e ∈ experts do

newItem ← (distance(newExpert, e), newExpert, e)
distances.add(newItem)

end for
experts.add(newExpert)

end if
end while
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3. Élimination des artefacts :

toProcess ← ∅
for e ∈ experts do

toProcess.add(e)
end for
while toProcess 6= ∅ do

. On vérifie tous les experts un par un
e0 ← toProcess.pop()
oldExperts ← experts . pour pouvoir revenir en arrière
experts.remove(e0)
(Sd,0, c, f) ← e0
for datapoint ∈ Sd,0 do

unitSet ← {datapoint}
(c,f) ← getBestFit (Sf , unitSet, Sf,min, Sf,min)
unitExpert ← (unitSet, c, f) . Expert individuel pour un point
. On essaie pour chaque point expliqué par e0,
. c’est-à-dire pour chaque expert individuel composant celui-ci,
. de trouver un autre expert avec lequel il peut être fusionné
success ← false
for e1 ∈ experts do

newExpert ← mergeExperts(Sf , unitExpert, e1)
if newExpert 6= None then

success ← true
experts.remove(e1)
experts.add(newExpert)
toProcess.remove(e1)
toProcess.add(newExpert)
break

end if
end for
. Si l’expert individuel d’un point ne peut être fusionné
. avec un des autres experts, on annule les changements
. et on examine l’expert suivant
if not success then

experts ← oldExperts
break

end if
end for

end while
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4. Détermination des régions :

. Le classifieur crée un label pour chaque expert, et découpe l’espace

. en régions correspondant à chaque expert
classifier = generateClassifier()
label ← 0
for e ∈ experts do

(Sd,e, c, f) ← e
classifier.add(label, Sd,e)
label ← label + 1

end for
classifier.train()

return (experts, classifier)

end function
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Pseudo-code A.3 L’algorithme COCOTTE+
function COCOTTE(Sf , Sd)

1. Initialisation :

. On crée pour chaque point de Sd une feuille contenant

. un expert dédié, et on garde trace du nœud racine

. associé à chaque feuille au moyen d’un tableau associatif
treeCollection ← ∅, leafRootMap ← ∅
for datapoint ∈ Sd do

unitSet ← {datapoint}
(c,f) ← getBestFit (Sf , unitSet, Sf,min, Sf,min)
newExpert ← (unitSet, c, f)
newLeaf ← createNode(newExpert, children=∅)
treeCollection.add(newLeaf)
leafRootMap[newLeaf] ← newLeaf

end for

2. Fusion d’experts et vol de points :

. On essaie toutes les paires de feuilles

. en commençant par les plus proches
distances ← ∅
for (leaf0, leaf1) ∈ treeCollection × treeCollection do

point0 ← leaf0.point, point1 ← leaf1.point
newItem ← (distance(point0, point1), leaf0, leaf1)
distances.add(newItem)

end for
distances.sortByFirst()
while distances 6= ∅ do

(dist, leaf0, leaf1) ← distances.pop()
root0 ← leafRootMap[l0], root1 ← leafRootMap[l1]
if root0 6= root1 then

newTrees ← pointStealing(Sf , leaf0, root0, leaf1, root1)
if newTrees 6= None then

treeCollection.remove({root0, root1})
for tree ∈ newTrees do

treeCollection.add(tree)
for leaf ∈ tree.getLeaves() do

leafRootMap[leaf] ← tree
end for

end for
end if

end if
end while

La Généralisation de compétences robotiques 129



3. Détermination des régions :

. Le classifieur crée un label pour chaque expert, et découpe l’espace

. en régions correspondant à chaque expert
classifier = generateClassifier()
label ← 0
for tree ∈ treeCollection do

e ← tree.expert
(Sd,e, c, f) ← e
classifier.add(label, Sd,e)
label ← label + 1

end for
classifier.train()

return (treeCollection, classifier)

end function
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