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Notations

An,m Matrice A de taille n×m
Ai,j Élément de la iième ligne et de la jième colonne de la matrice A
Ai,_ iième ligne de la matrice A
A_,i iième colonne de la matrice A
A−1 Inverse de la matrice A
A† Pseudo-inverse Moore-Penrose de la matrice A
AT Transposée de la matrice A

A⊗B Produit de Kronecker des matrices A et B
A�B Produit d’Hadamard des matrices A et B

In Matrice identité de taille n
0n,m Matrice de taille n×m remplie de 0
1n,m Matrice de taille n×m remplie de 1
a · b Produit scalaire des vecteurs a et b
||a|| Norme euclidienne du vecteur a
a[n] nième terme de la séquence a
a ∗ b Produit de convolution des séquences a et b
G(a, x) Fonction génératrice associée à la séquence a
Sa Somme cumulée de la séquence a
Ska Somme cumulée d’ordre k de la séquence a
P d[.] Polynôme de degré d
Pk(E) Ensemble des sous-ensembles de E de cardinal k
Bi iième nombre de Bernoulli

N (µ, σ2) Loi normale de moyenne µ et d’écart-type σ
U(a, b) Loi uniforme entre a et b
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Introduction générale

L’identification de signatures chimiques de composés volatils est une pro-
blématique actuelle majeure dans de nombreux domaines tels que l’industrie
agroalimentaire, l’environnement, la médecine et la défense. Récemment, des
systèmes multicapteurs offrant un grand intérêt en termes de rapidité, sélecti-
vité, robustesse et portabilité, permettant de répondre à ces problématiques,
se sont développés. Parmi les technologies existantes, la technologie utilisant
des capteurs à ondes acoustiques de surface, du fait de sa grande sensibilité
et de sa rapidité de détection, est très prometteuse et fait l’objet de nom-
breuses recherches. Ces dernières portent principalement sur la conception et
le développement de nouvelles couches sensibles. Si le développement de po-
lymères constitue la majorité des travaux, l’utilisation de couches sensibles en
diamant est une approche originale et innovante initiée au Laboratoire Cap-
teurs Diamant (LCD). Le diamant étant un matériau particulièrement stable,
les couches ainsi obtenues permettent de fabriquer des capteurs très robustes.
La fabrication de tels capteurs, avec différentes terminaisons de surface et affi-
nités chimiques, permet d’envisager leur utilisation dans un réseau de capteurs
afin de créer un système sélectif grâce à des approches multiparamétriques.

Les objectifs de cette thèse sont multiples et se placent dans le cadre d’une
collaboration entre le LCD et le Laboratoire pour l’Analyse des Données et
l’Intelligence des Systèmes (LADIS) de l’institut LIST. Un des premiers ob-
jectifs visé est de développer des méthodes multiparamétriques permettant
d’identifier des signatures chimiques de composés volatils. Le second objectif
vise à estimer la concentration de ces derniers. Enfin, le troisième objectif se
focalise sur la caractérisation des performances des algorithmes développés à
partir de mesures expérimentales sur des toxiques chimiques, des capsules de
café, des gaz toxiques et des explosifs. Ce manuscrit s’articule autour de trois
parties.

La première partie décrit dans un premier temps le contexte de l’étude, la
description du principe de fonctionnement des capteurs à ondes acoustiques
de surface, les mécanismes de transduction associés et présente les dispositifs,
les protocoles expérimentaux et les bases de données utilisées tout au long
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de cette étude. Dans un second temps, nous présentons un état de l’art des
algorithmes et des méthodes proposés dans la littérature pour identifier des
signatures chimiques. Cette partie présente successivement les différents des-
cripteurs proposés et décrit les techniques de normalisation, de changement de
représentation ainsi que les algorithmes d’apprentissage supervisé utilisés dans
le cadre de l’identification de signatures chimiques. Cette partie se termine par
une comparaison expérimentale des techniques de l’état de l’art permettant de
mettre en évidence leurs limitations et motivant de ce fait les travaux entrepris
dans les parties suivantes.

La seconde partie présente une méthode permettant d’estimer les para-
mètres clés des mécanismes de transduction en les considérant comme des
solutions d’un problème d’optimisation et compare, dans le cadre des pro-
blèmes d’identification de signatures chimiques, les performances que ceux-ci
permettent d’obtenir avec celles de l’état de l’art. Une méthode permettant
de fusionner ces paramètres avec les descripteurs proposés dans la littérature
est également détaillée. Nous décrivons ensuite une méthode permettant d’es-
timer la concentration d’un composé chimique. Pour finir, nous abordons le
problème de la sélection des couches sensibles des capteurs en introduisant un
critère de séparabilité de signatures chimiques ainsi qu’un algorithme glouton
permettant de sélectionner les couches sensibles les plus appropriées pour une
application donnée.

La troisième partie est dédiée aux problèmes d’identification des composés
d’un mélange. Elle décrit d’abord la typologie des problèmes d’identification
ainsi que les approches permettant de résoudre ces derniers. Puis, des modèles
phénoménologiques sont proposés pour représenter la réponse des capteurs
à ondes acoustiques de surface exposés à un mélange et expérimentalement
validés. Enfin, la description d’une méthode permettant d’estimer le nombre
de constituants d’un mélange termine cette troisième partie.
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Première partie

Contexte de l’étude et
positionnement des travaux
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Introduction
L’objectif de cette partie est de présenter le contexte de cette thèse et de

décrire le positionnement des travaux effectués par rapport à l’état de l’art.
Le premier chapitre décrit les capteurs chimiques à ondes acoustiques de

surface et l’approche multicapteurs mise en œuvre pour développer des sys-
tèmes de type nez électronique dédiés à la reconnaissance de signatures chi-
miques. L’approche multicapteurs nécessite des couches sensibles ayant des af-
finités chimiques différentes. La fonctionnalisation des capteurs via une couche
de nanodiamants ayant des terminaisons de surface différentes permet d’ob-
tenir une grande variété d’affinités chimiques. Les protocoles expérimentaux
présentés dans la seconde partie, associés aux expériences réalisées, viseront à
obtenir plusieurs jeux de données. Ces derniers permettront, dans la suite de
cette étude, d’évaluer de manière quantitative les performances des approches
décrites.

Le second chapitre présente les principales approches multiparamétriques
proposées dans la littérature qui peuvent être appliquées à l’identification de
signatures chimiques. Il fait successivement un état de l’art des descripteurs
proposés, des techniques de changement de représentation et de réduction de
dimension ainsi que des algorithmes d’apprentissage supervisé proposés pour
l’identification de signatures chimiques. Une comparaison quantitative des dif-
férentes approches de l’état de l’art sur les bases de données termine ce second
chapitre.

Les résultats du benchmark sont analysés et commentés dans le troisième
chapitre. Ce dernier se termine par la description de l’approche proposée dans
les parties suivantes et par ses motivations.
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Chapitre 1

Multicapteurs à ondes
acoustiques de surface pour
l’identification de signatures
chimiques

Introduction
Les capteurs à ondes acoustiques de surface, appelés capteurs SAW (Surface

Acoustic Wave) sont basés sur une technologie qui fait intervenir différents
mécanismes de transduction qui sont ici présentés. Nous détaillerons ensuite
le dispositif expérimental et les bases de données utilisés tout au long de ce
manuscrit.

1.1 Capteur SAW et fonctionnalisation diamant

1.1.1 Principe de fonctionnement des capteurs SAW pour
l’identification de signatures chimiques

De manière générale, un capteur chimique permet de transformer une in-
formation chimique en un signal mesurable. Ces capteurs sont le plus souvent
composés d’une couche sensible qui transforme l’information chimique en une
forme d’énergie mesurable et d’un transducteur permettant de convertir cette
énergie en un signal mesurable [Janata, 2009]. Plusieurs technologies de cap-
teurs permettent de convertir la présence de molécules sur la couche sensible
en un tel signal. Ces technologies peuvent notamment exploiter des phéno-
mènes de nature optique, électrochimique, électrique, mécanique, ou encore
gravimétrique [Liu et al., 2012].
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Dans le cadre de cette thèse, nous utilisons uniquement des capteurs à
ondes acoustiques de surface (SAW). Ces capteurs sont des résonateurs consti-
tués d’un matériau piézoélectrique sur lequel sont déposés deux transducteurs
interdigitaux (Interdigited Tease, IDT) aux extrémités d’une cavité recouverte
d’une couche sensible. Les IDT vont permettre de générer une onde acous-
tique de surface en convertissant l’énergie électrique en énergie mécanique. Le
système est conçu de façon à ce que la cavité soit résonante. La fréquence de
résonance de la cavité est particulièrement sensible aux modifications de sur-
face. Ainsi, en fonction des interactions entre la couche sensible déposée sur
la cavité et le milieu environnant, la fréquence de résonance mesurée évoluera.
Les interactions physico-chimiques des molécules cibles avec cette couche sen-
sible perturbent la propagation de l’onde acoustique à la surface du résonateur
piézoélectrique et induisent de ce fait une variation de fréquence mesurable.
Comme le mentionne Tard [Tard, 2013], les capteurs SAW ont de nombreux
avantages : leurs procédés de fabrication sont, à l’heure actuelle, compatibles
avec les technologies de salle blanche, les rendant de ce fait aisément fabri-
cables. Ils offrent également des seuils de sensibilité extrêmement bas pour de
nombreux composés chimiques [Afzal, 2011, Wen et al., 2007]. Néanmoins, ils
sont très sensibles à l’humidité et à la température [García et Aparicio, 2002].

La direction de l’onde de propagation peut être soit dans le plan de la
surface du matériau piézoélectrique, dans le cas de capteurs SAW à onde de
Love, soit dans un plan orthogonal à la surface comme c’est le cas pour les
capteurs SAW à onde de Rayleigh ou de Lamb [Ballantine et Wohltjen, 1989]
[Janata, 2009].

Deux technologies de résonateur existent à l’heure actuelle. Les transduc-
teurs SAW à lignes de retard sont constitués d’électrodes de type peignes
interdigités (IDT) : la différence de polarisation entre deux peignes génère
des contraintes mécaniques, et donc une onde au niveau des électrodes d’en-
trée tandis que le phénomène inverse se produit au niveau des électrodes de
sortie [Voiculescu et Nordin, 2012]. La technologie de type résonateur ajoute
des réflecteurs latéraux pour que l’onde soit maintenue dans une cavité rédui-
sant ainsi les pertes du dispositif et améliorant ainsi son facteur de qualité
[Lange et al., 2008]. La figure 1.1 montre la structure et le principe de fonc-
tionnement d’un capteur SAW de type résonateur : la couche sensible se trouve
au milieu des peignes interdigités d’entrée et de sortie de telle sorte qu’elle soit
sur le chemin de l’onde acoustique et les réflecteurs placés aux extrémités du
capteur permettent de piéger l’onde au niveau de celle-ci.
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(a) Capteur SAW en l’absence de molécules cibles

(b) Capteur SAW en présence de molécules cibles

Figure 1.1 – Principe de fonctionnement d’un capteur SAW de type résona-
teur à onde de Rayleigh.

Mécanismes de transduction

Dans cette section, nous décrivons les phénomènes physiques qui influent
sur la fréquence de résonance. Nous limitons notre étude au cas des capteurs
SAW de type résonateur à onde de Rayleigh. Les phénomènes en jeu étant bien
connus de la communauté, cette section est un résumé des résultats établis dans
[Ballantine et al., 1997, Tard, 2013]. Ces travaux ont mis en évidence que la
variation de fréquence de résonance des capteurs SAW est la superposition de
trois phénomènes.

Contribution massique : cette contribution, due à l’augmentation de la
masse de la couche sensible suite à l’adsorption de molécules, est décrite par
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l’équation :

∆f = −CmF
2
0

ρS
∆m

où ∆f est la variation de fréquence, F0 est la fréquence de résonance, Cm est le
facteur de sensibilité massique et ρS est la densité massique de surface. Deux
éléments primordiaux sont mis en évidence par cette équation : le premier étant
le fait que les capteurs SAW permettent de détecter tout type de molécules
puisqu’elles ont toutes une masse ; le second étant le fait que la contribution
massique induit un déplacement de fréquence négatif.

Contribution viscoélastique : cette contribution est due au stockage et
à la dissipation de puissance dus à la déformation de la couche sensible sous
l’effet de l’onde. Dans le cas des couches acoustiquement fines, dans lesquelles
l’onde se déplace uniformément dans l’épaisseur de la couche, le déplacement
en fréquence est donné par l’équation :

∆f = −2πh∆
(
C1
(
ρ− µ

υ2
0

)
+ C2ρ+ C3

(
ρ− 4µ

υ2
0

λ+ µ

λ+ 2µ
))
F 2

0

où υ0 est la vélocité acoustique, λ et µ sont les constantes de Lamé et où
les Ci décrivent les vélocités de surface dans les trois directions. Les termes
C1 et C2 étant généralement négligeables devant le troisième, la perturbation
viscoélastique peut être définie par [Hietala et al., 2001] :

∆f = 2πhC3

υ2
0

∆
(
E

4υ − 5
5υ2 + υ − 4

)
F 2

0

où E est le module d’Young et υ le coefficient de Poisson. Le module d’Young
est une constante reliant l’allongement relatif d’un matériau à des forces de
traction ou de compression, tandis que le coefficient de Poisson relie l’allonge-
ment relatif orthogonal aux forces auxquelles il est soumis. De plus, les auteurs
de [Philip et Hess, 2003] ont montré que le coefficient de Poisson n’est que très
peu modifié, si bien qu’il peut être considéré comme constant. Ainsi, seule la
variation du module d’Young a un effet sur le déplacement en fréquence, et
dans le cas d’une augmentation de celui-ci, le déplacement en fréquence est
positif.

Contribution électro-acoustique : cette contribution, due au couplage
onde - porteurs de charges, est décrite par à l’équation :

∆f = −K
2

2 ∆
(

1
1 + υ0Cq

σs

)
F0
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où σs est la conductivité de surface, Cq est la somme des permittivités diélec-
triques de l’aire et du substrat :

Cq = ε0 + εq,

υ0 est la vélocité acoustique de l’onde et K est le coefficient de couplage élec-
tromécanique. Pour les capteurs en quartz, tels que ceux utilisés dans le cadre
de cette étude, K = 0, 11 ce qui rend ce phénomène négligeable devant les deux
autres. Cette hypothèse a d’ailleurs été confirmée expérimentalement lors des
travaux menés par B. Tard [Tard, 2013]. Les mesures effectuées en mesurant
la conductivité de surface ont montré que cette contribution impliquait une
variation de fréquence de l’ordre du micro-hertz tandis que les deux autres
impliquaient des variations de fréquence de plusieurs dizaines de hertz.

Modélisation de la réponse des capteurs SAW

Il a également été établi que ces perturbations peuvent être modélisées par
des équations différentielles linéaires du premier ordre [Raj et al., 2012] :

τm
∂Fm
∂t

+ Fm = Kmc

τv
∂Fv
∂t

+ Fv = Kvc

τe
∂Fe
∂t

+ Fe = Kec

Fm, Fv et Fe étant respectivement les variations de fréquence dues aux contri-
butions massique, viscoélastique et électro-acoustique et c étant le profil de
concentration. Les coefficients τm, τv et τe sont les constantes de temps de
ces équations ; elles caractérisent la rapidité de l’évolution du déplacement en
fréquence dans le temps. Les coefficients Km, Kv et Ke sont les gains de ces
équations ; ces derniers caractérisent le régime stationnaire des solutions de ces
équations. La variation totale de fréquence est alors donnée par

∆f = Fm + Fv + Fe

ou, si l’on néglige la contribution électro-acoustique

∆f = Fm + Fv.

Il faut toutefois remarquer que, dans la littérature, des modèles dans lesquels
les constantes de temps sont des fonctions linéaires de la concentration ont été
proposés [Manai, 2014].
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1.1.2 Couche sensible en diamant fonctionnalisé
La couche sensible d’un capteur SAW est un élément clé pour dévelop-

per une approche multicapteurs afin d’aborder la reconnaissance de signatures
chimiques. Elle influence non seulement la sélectivité du capteur, c’est-à-dire
sa capacité à ne répondre qu’à certaines molécules cibles, mais également sa
sensibilité, c’est-à-dire sa capacité à répondre à des molécules cibles même si
celles-ci sont à des concentrations très faibles.

Les capteurs SAW sont recouverts, le plus souvent, d’une couche sensible
composée de polymères [Harsanyi, 1995, Grate et McGill, 1995, Grate, 2000].
De manière plus marginale, des couches sensibles à base de nanotubes de car-
bone [Penza et al., 2007] ou de feuilles de graphène [Arsat et al., 2009] ont
également été proposées.

L’utilisation du diamant comme couche sensible est une approche originale
développée et brevetée par le Laboratoire Capteurs Diamant du CEA-LIST
qui sert de base aux travaux décrits dans cette thèse. Cette approche consiste
à déposer sur la surface du capteur SAW une couche sensible constituée de na-
nocristaux de diamant. Après le dépôt sur la surface d’une solution contenant
des nanocristaux de diamant, le solvant est retiré et les capteurs sont exposés
à un plasma constitué d’hydrogène et de méthane pendant une courte durée
pour fixer les nanocristaux sur la surface et mieux contrôler la terminaison de
surface de ces nanocristaux. La couche en nanodiamants ainsi réalisée présente
une certaine porosité mais son intérêt réside surtout dans le fait qu’elle peut
être fonctionnalisée de plusieurs façons compte tenu de la diversité offerte par
la chimie du carbone. On parle alors de couche diamant fonctionnalisée. Ces
fonctionnalisations vont permettre de moduler l’affinité chimique de la surface
de la couche de diamant.

De nombreuses techniques de fonctionnalisation de surface de diamant sont
reportées dans la littérature. Parmi elles, on peut notamment citer les tech-
niques de traitement de surface par voies physiques [Chein et Tzeng, 1999,
Simon et al., 2009], par photochimie UV [Strother et al., 2002] , par oxydation
de surface [Boukherroub et al., 2005] ainsi que les techniques de fonctionnali-
sation par voies chimiques [Bongrain et al., 2011].

1.1.3 Approche multicapteurs
Les capteurs parfaitement sélectifs, c’est-à-dire ne répondant qu’à un seul

type de molécules, sont rares. Concernant les capteurs SAW, le fait qu’ils ré-
pondent à tout type de molécule, du fait de la contribution massique, les rend
très peu sélectifs. Pour remédier à ce problème, l’approche communément dé-
signée sous le nom de nez électronique a été proposée [Gardner, 1994]. Cette
dernière consiste à mettre en réseau plusieurs capteurs peu sélectifs mais possé-
dant des affinités chimiques différentes les uns des autres. La réponse de chaque
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capteur à un gaz donné sera donc différente et génèrera ainsi une signature chi-
mique. On note également qu’il existe une approche alternative consistant à
mettre en réseau des capteurs de technologies différentes [Mayoue et al., 2013].

1.2 Protocoles expérimentaux

1.2.1 Présentation du dispositif utilisé
Les capteurs SAW utilisés dans le cadre de cette thèse ont été fournis

par l’ Institute of Microstructure Technology (IMT) du Karlsruhe Institute
of Technology (KIT). Il s’agit de capteurs SAW de type résonateur à ondes
de Rayleigh. Le matériau piézoélectrique utilisé est le quartz ST-cut dont la
fréquence de résonance (f) est comprise entre 428 et 430 MHz. Le dispositif
utilisé pour la mesure de la fréquence des capteurs est l’instrument SAGAS
fourni par le KIT [Rapp et al., 2000]. Cet instrument intègre non seulement
la fluidique permettant de diriger les vapeurs sur les capteurs mais également
l’électronique capable de traiter les signaux renvoyés par les 8 capteurs qu’il
peut intégrer. Un capteur non exposé aux vapeurs permet alors, par soustrac-
tion, de numériser à une fréquence comprise entre 1 et 10 Hz le signal ∆f .
Ce système permet également de réguler la température des capteurs et de
l’électronique de manière à réduire l’influence de ce paramètre.

Dans le cadre de cette thèse, un ensemble de 8 capteurs SAW du KIT ont
été utilisés. Ils ont été recouverts d’une couche sensible en diamant fonction-
nalisé. Les fonctionnalisations de ces capteurs sont : OH, (OH)+, φ − NO2,
CH3OH, φ − Cl, NHx, caproïque et butylamine. Ici la notation (.)+ signi-
fie que la molécule en question est à une concentration élevée. Les proto-
coles expérimentaux utilisés pour fonctionnaliser les capteurs sont décrits dans
[Girard et al., 2009, Girard et al., 2010, Chevallier et al., 2011, Tard, 2013].

Toutes les expériences menées ont été effectuées en régulant la température
des capteurs à 22o C. Les signaux ont été échantillonnés à une fréquence de
10 Hz.

1.2.2 Environnement de laboratoire : toxiques chimiques
Le Laboratoire Capteurs Diamant travaille depuis plusieurs années sur la

détection de toxiques chimiques. Aussi, pour mener à bien mes travaux, un cer-
tain nombre d’expériences ont été conduites en utilisant ces derniers compte
tenu de l’expérience du laboratoire dans ce domaine et de l’intérêt de ce sujet
pour développer des technologies nouvelles pour leur détection et leur identi-
fication.

Les expériences menées sur la thématique de l’identification de toxiques chi-
miques ont consisté à réaliser plusieurs acquisitions de la réponse des capteurs
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lorsque ceux-ci sont exposés à un flux de 200mL/min d’ammoniac (NH3), de
dioxyde de soufre (SO2), de sulfure d’hydrogène (H2S), de méthanol (CH3OH)
et de toluène (C7H8) à des concentrations de 2, 4, 6, 8 et 10 parties par million
(ppm).

Un banc de dilution spécialement conçu a été utilisé pour générer des va-
peurs par dilution, dans de l’azote, de gaz calibrés obtenus auprès de la société
Messer. La figure 1.2 montre le banc de dilution utilisé.

Figure 1.2 – Image du banc de gaz utilisé au Laboratoire Capteurs Diamant.

De manière à constituer une base de données suffisamment importante
pour pouvoir appliquer les méthodes décrites dans le chapitre 2, plusieurs ac-
quisitions ont été réalisées pour chaque composé et à chaque concentration.
La chambre contenant les capteurs a été purgée à l’azote pendant près de 30
secondes entre chaque acquisition.

La figure 1.3 montre les réponses des capteurs exposés à 10 ppm d’ammo-
niac pendant 10 secondes.
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Figure 1.3 – Réponse des 8 capteurs lors d’une exposition à 10 ppm de sulfure
d’hydrogène.

1.2.3 Environnement partiellement contrôlé : capsules
de café commerciales

L’approche multicapteurs a également été utilisée en environnement par-
tiellement contrôlé pour obtenir une deuxième base de données. Pour établir
cette base, le choix s’est porté sur la contrefaçon de capsules de café.

Les expériences menées concernant le problème de l’identification de cap-
sules de café contrefaites ont consisté à exposer les capteurs à 21 différents
types de capsules de café disponibles dans le commerce et à 7 différents types
de capsules contrefaites. Ces acquisitions ont été réalisées avec un système
comportant uniquement 4 capteurs avec les fonctionnalisations suivantes : OH,
CH3OH, φ− Cl, et butylamine.

Les différentes capsules ont été vidées dans un bécher fermé et les vapeurs
dégagées ont été amenées à la chambre contenant les capteurs en utilisant
une pompe. Plusieurs acquisitions ont été réalisées avec plusieurs capsules de
chaque type. Les acquisitions concernant chaque type de café ont été faites les
unes à la suite des autres de manière à ce que les variations de température
et d’humidité de la salle d’expérimentation soient les plus faibles possibles.
Après chaque acquisition, la cellule contenant les capteurs a été purgée à l’air
pendant 30 secondes. La figure 1.4 illustre le montage expérimental utilisé pour
acquérir les données.
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Figure 1.4 – Image du montage expérimental.

La figure 1.5 montre les réponses des capteurs exposés aux vapeurs générées
par une capsule authentique.

Figure 1.5 – Réponse des 4 capteurs en présence d’une capsule de café au-
thentique.
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1.2.4 Environnement non contrôlé : DMMP et 4-NT en
sac à dos

Les dernières expériences menées s’inspirent de l’utilisation des nez élec-
troniques dans le domaine de la sécurité. Il s’agit de détecter la présence de
méthylphosphonate de diméthyle (dimethyl methylphosphonate, DMMP), un
simulant du gaz Sarin, et de 4-nitrotoluène (4-NT), un explosif, en présence
d’interférents : eau, éthanol, gel douche et engrais. Le DMMP, l’eau, l’éthanol
et le gel douche étaient à l’état liquide tandis que le 4-NT et l’engrais étaient
sous forme de poudre. Ces acquisitions ont été réalisées selon le protocole sui-
vant : 10 mL de DMMP ou de 4-NT ainsi que 10 mL d’un interférent ont été
répandus sur des feuilles de papier absorbant placées dans un sac à dos neuf de
10 L. Après une phase de diffusion de 10 minutes, les vapeurs émises ont été
aspirées jusqu’à l’intérieur de la chambre contenant les capteurs en utilisant
une pompe. Des acquisitions similaires ont été effectuées, en utilisant le même
protocole, mais en considérant des couples d’interférents.

De manière à constituer une base de données suffisamment importante,
plusieurs acquisitions ont été réalisées en utilisant différents sacs à dos pendant
plusieurs jours. La chambre contenant les capteurs a été purgée à l’air pendant
près de 30 secondes entre chaque acquisition. La figure 1.6 illustre le montage
expérimental utilisé pour acquérir les données.

Figure 1.6 – Image du montage expérimental.

Pour illustrer ces nombreuses mesures, la figure 1.7 montre les réponses des
capteurs à un mélange de DMMP et d’éthanol.
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Figure 1.7 – Réponse des 8 capteurs en présence d’un mélange composé de
DMMP et d’éthanol.

1.2.5 Répétabilité des protocoles expérimentaux

La figure 1.8 illustre la répétabilité des différentes acquisitions. Celle-ci
représente la médiane, les quartiles et les extrema de l’amplitude en régime
stationnaire des signaux pour toutes les acquisitions réalisées avec le même
composé. Cette figure met en évidence que :

– Les mesures effectuées dans un environnement de laboratoire (figures (a)
et (b)) sont répétables, la variance étant inférieure à 10%. Ceci s’explique
par le fait que les concentrations sont maîtrisées, que les composés chi-
miques sont déshydratés et que la température des capteurs est régulée.

– Les acquisitions effectuées dans un environnement partiellement ou non
contrôlé (figures (c), (d), (e) et (f)) présentent un peu plus de variabilité
avec une variance de près de 20%. Ceci peut notamment s’expliquer par
l’hégémonie des concentrations des vapeurs générées et par le fait que ni
la température ni l’humidité de la salle dans laquelle ont été effectuées
les expériences ne soient maîtrisées.
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(a) Dioxyde de soufre à 6 ppm. (b) Sulfure d’hydrogène à 2 ppm.

(c) Capsule authentique. (d) Capsule contrefaite.

(e) Mélange 4-NT et engrais. (f) Mélange eau et éthanol.

Figure 1.8 – Répétabilité des acquisitions pour la base des toxiques chimiques
(a) et (b), pour la base des capsules de café (c) et (d) ; et pour la base constituée
du DMMP et du 4-NT (e) et (f).

19



Bilan du chapitre
Après une description du principe de fonctionnement des capteurs SAW,

nous avons mené une étude bibliographique sur ce type de capteurs et mis en
évidence que le déplacement total en fréquence des capteurs SAW est principa-
lement dû à la superposition de deux contributions, toutes deux étant modéli-
sables par des équations linéaires différentielles du premier ordre. Ce chapitre a
également présenté l’utilisation du diamant fonctionnalisé en tant que couche
sensible et a brièvement introduit les approches de type nez électronique.

Pour finir, les différentes expériences effectuées et les différents jeux de
données qui en découlent ont été présentés. Ces bases de données seront uti-
lisées tout au long de ce document pour évaluer de manière quantitative les
approches proposées.
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Chapitre 2

Approches multiparamétriques
pour l’identification de
signatures chimiques

Introduction
Sans prétendre à une totale exhaustivité, ce second chapitre s’efforce de pré-

senter un état de l’art des approches multiparamétriques appliquées à l’identifi-
cation de signatures chimiques. Ainsi, ce chapitre ne se limite pas aux méthodes
propres aux capteurs SAW mais décrit également des techniques utilisées pour
d’autres technologies de capteurs chimiques. Nous décrivons dans un premier
temps les différents descripteurs extraits de la réponse des capteurs. Ensuite,
nous présentons les principales méthodes de changement de représentation et
de réduction de dimension. Enfin, nous exposons les algorithmes d’appren-
tissage supervisé employés dans le cadre de l’identification de signatures chi-
miques. Notons que dans la littérature, l’analyse en composantes principales
et les réseaux de neurones sont utilisés dans la très grande majorité des ap-
plications [Duval et al., 2014], ce chapitre présente également des algorithmes
moins répandus.

2.1 Extraction des descripteurs

2.1.1 Descripteurs directement issus de la réponse des
capteurs

En général, la réponse temporelle d’un capteur SAW se compose de deux
phases, comme l’illustre la figure 2.1 :

– le signal varie d’abord fortement : il s’agit du régime transitoire, puis
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– le signal reste quasiment constant : il s’agit alors du régime stationnaire.

L’amplitude des signaux lors du régime stationnaire, noté A, est sans
conteste le descripteur le plus utilisé pour construire des systèmes de recon-
naissance d’odeurs. Cependant, de nombreux auteurs suggèrent que le régime
transitoire est également porteur d’information. Par exemple, les auteurs de
[Llobet et al., 1997] proposent d’utiliser, en plus de l’amplitude en régime sta-
tionnaire, le temps de montée (RT, rise time). Celui-ci étant défini comme le
temps nécessaire pour que le signal mesuré passe de 20% à 60% de l’amplitude
en régime stationnaire.

Figure 2.1 – Illustration des régimes transitoire et stationnaire de la réponse
d’un capteur SAW exposé à 10 ppm d’ammoniac.

Une autre approche est proposée dans [Martinelli et al., 2003] en utilisant
comme descripteur l’aire des signaux et l’aire de l’espace de phase

Aphase =
∫ T

0

df

dt
df,

où T représente la durée de la mesure.

2.1.2 Descripteurs issus de la modélisation de la réponse
des capteurs

Une autre catégorie de descripteurs peut être obtenue en modélisant la ré-
ponse des capteurs par des fonctions paramétrées. Ces paramètres sont ensuite
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estimés en minimisant un critère des moindres carrés avec l’algorithme de Le-
venberg Marquardt et ensuite utilisés comme descripteurs. Plusieurs modèles
ont été proposés [Carmel et al., 2003] dont un modèle exponentiel paramétré
par β et τ :

R(t) = βτ(1− e− t
τ ),

un modèle de Lorentz lui aussi paramétré par β et τ :

R(t) = βτtan−1
( t
τ

)
;

et un modèle double sigmoïde dont les paramètres sont α, β, γ, ε, δ, η , µ, ν
et λ :

R(t) = α

π

(
1− e−

(
t−β
γ

+ε
)δ)η(

π

2 − tan
−1
(t− µ

ν

))λ
.

Ces descripteurs ont notamment l’avantage de décrire à la fois le régime sta-
tionnaire et le régime transitoire.

Descripteurs issus de techniques de traitement numé-
rique du signal

La troisième famille de descripteurs est issue de travaux concernant l’ana-
lyse temps-fréquence. Les auteurs de [Naidoo et Broadhurst, 2000] proposent
d’utiliser les coefficients d’une transformée discrète en cosinus (Discrete Cosine
Transform, DCT) des signaux. Cette transformée permet, de manière similaire
à la transformée de Fourrier, de représenter un signal comme une somme de
cosinus oscillant à différentes fréquences. Singh et al. [Singh et Yadava, 2011]
suggèrent d’utiliser les coefficients d’approximation d’une transformée discrète
en ondelettes (Discrete Wavelet Transform, DWT) comme descripteurs.

2.2 Changement de représentation et réduc-
tion de dimension

2.2.1 Analyse en composantes principales
L’analyse en composantes principales (Principal Component Analysis, PCA)

est une méthode dont l’objectif est de supprimer les potentielles colinéarités
des variables. Il s’agit de déterminer une transformation linéaire qui effectue
un changement de base de telle sorte que, dans la nouvelle base, la première
coordonnée ait la plus grande variance, la seconde coordonnée ait la seconde
plus grande variance et ainsi de suite. Plus formellement, si les données sont
représentées par un ensemble de m observations d’un vecteur de dimension n

x = [x1, . . . ., xn],
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la kième composante principale est donnée par gk = a1,kx1 + ...+ an,kxn où les
coefficients ai,j sont ceux de la matrice de la transformation linéaire recherchée.
Pour les m observations nous avons le système :



g1,k
...
gi,k
...

gm,k

 =



x1,1 · · · x1,n
... ... ...
... xi,j

...
... ... ...

xm,1 · · · xm,n




a1,k
...

an,k



ou, sous forme matricielle gk = Xak. L’objectif de la PCA est de déterminer le
vecteur ak minimisant la variance de la kième composante principale gk. Si les
données sont centrées (de moyenne 0) et réduites (de variance 1), ce problème
peut s’écrire comme un problème de valeurs propres. En effet, la variance de la
composante gk est aTkVak où V est la matrice de covariance des observations.
Cette variance peut être écrite de la façon suivante :

J = aTkVak − λk(aTk ak − ||ak||2).

Comme le vecteur optimal ak doit maximiser cette quantité, il annule la dérivée
de J i.e. 2(V − λkI)ak = 0. Ainsi, le vecteur ak est le vecteur propre associé
à la kième valeur propre de la matrice de covariance V. La PCA est une des
techniques couramment employées pour prétraiter des données dans l’objectif
d’identifier des signatures chimiques [Benedetti et al., 2004, Tang et al., 2010,
Jha et Yadava, 2009, Cevoli et al., 2011].

2.2.2 Autoencodeurs
Les autoencodeurs (AE) sont une architecture de réseaux de neurones (la

section 2.3.2 décrit de manière plus approfondie les réseaux de neurones) dont
l’objectif est de reconstruire leurs entrées [Bengio, 2009]. Ils ont une couche
de sortie ayant le même nombre de neurones que leur couche d’entrée et un
nombre arbitraire de neurones dans leur couche cachée. La figure 2.2 représente
l’architecture d’un autoencodeur. Cette architecture a la capacité de changer
la représentation des données en considérant la sortie des neurones de la couche
cachée comme étant la nouvelle représentation des données d’entrée.

2.2.3 Réduction de dimension
Les deux algorithmes précédemment décrits sont également employés pour

réduire la dimension de l’espace auquel appartiennent les données. Dans le
cas de la PCA, cette opération est réalisée en ne gardant que les n premières
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Figure 2.2 – Exemple d’un autoencodeur permettant de reconstruire des don-
nées de dimension 4 avec 3 neurones dans la couche cachée.

composantes expliquant k% de la variance, et dans les cas des autoencodeurs,
cette opération est réalisée en ayant un nombre de neurones dans la couche
cachée inférieur à la dimension des données.

2.3 Apprentissage supervisé pour l’identifica-
tion de signatures chimiques

L’apprentissage supervisé est un champ d’études de l’intelligence artificielle
dont l’objectif est de construire, de manière automatisée, une fonction f re-
produisant une variable Y à partir d’une variable observée X :

Y = f(X) + ε

où ε représente un bruit ou une erreur de mesure [Bishop, 2006]. Les pro-
blèmes d’identification de signatures chimiques sont des cas typiques d’ap-
prentissage supervisé, cadre général dans lequel nous disposons d’un ensemble
de n exemples étiquetés

{(x1, y1)...(xi, yi)...(xn, yn)}

avec xi ∈ X et yi ∈ Y ∀i ∈ J1; nK. L’objectif est de construire, à partir de
ces données, un modèle permettant de prédire la classe y d’un nouvel exemple
x. La plupart du temps, le modèle est construit en choisissant une fonction
paramétrée et en déterminant ces paramètres par la minimisation d’un critère
sur l’ensemble d’apprentissage. Dans les sections suivantes, nous décrivons les
modèles les plus couramment employés.
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2.3.1 Classifieurs linéaires
Analyse discriminante par régression des moindres carrés partiels

L’ analyse discriminante par régression des moindres carrés partiels (Partial
Least Squares Discriminant Analysis, PLS-DA) est un classifieur linéaire bi-
naire dont l’objectif est de déterminer un hyperplan séparateur. Il s’agit d’une
variante de la technique de régression des moindres carrés partiels qui construit
un modèle d’équation : {

X = Tp+ e
Y = Tq + f

,

où e et f sont des résidus ; T , p et q sont les paramètres du modèle. Ces
derniers sont estimés en utilisant l’algorithme PLS1 décrit entre-autre dans
[Brereton et Lloyd, 2014] et qui a été adapté aux problèmes multiclasses dans
[Huang et al., 2013].

Analyse discriminante linéaire

L’analyse discriminante linéaire (Linear Discrimination Analysis, LDA) est
une approche qui permet de déterminer un hyperplan séparateur entre deux
classes d’exemples. Ce modèle peut s’exprimer sous la forme

f(x) = wTx+ w0.

Une approche pour estimer les paramètres w a été proposée par Fisher dans
[Fisher, 1936]. Dans cet article, il a été établi que ces derniers peuvent être
estimés en résolvant le problème d’optimisation :

w = argmin
wTCbw

wTCww
,

où Cb est la matrice de covariance des deux classes, et Cw est la matrice
de covariance de chaque classe. Bien que cet algorithme ait initialement été
conçu pour ne traiter que les problèmes binaires, il a ensuite été étendu au
problème multiclasses dans [Rao, 1948]. Dans le contexte plus général de la
reconnaissance d’odeurs, cet algorithme a notamment trouvé des applications
dans l’industrie viticole [Buratti et al., 2004].

Séparateurs à vastes marges

Dans le contexte des problèmes de classification binaire, les machines à
vecteurs de support (Support Vector Machine, SVM) sont une classe d’algo-
rithmes qui reposent sur le principe d’hyperplan séparateur optimal. Dans la
terminologie associée à cette approche, le terme vecteur de support désigne les
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points, parmi ceux de l’ensemble d’apprentissage, qui sont, au sens de la dis-
tance Euclidienne, les plus proches d’un hyperplan séparateur. Si les données
sont linéairement séparables, il existe souvent une infinité d’hyperplans sépa-
rateurs. On définit l’hyperplan optimal comme celui maximisant la distance
entre lui-même et les vecteurs de support. La figure 2.3 illustre ce dernier.
Plus formellement [Dreyfus et al., 2008], il existe un hyperplan H d’équation
ωTx + ω0 = 0 séparant les exemples xi d’étiquette yi ∈ {−1, 1}, i ∈ J1; nK et
vérifiant {

ωTxi + ω0 ≥ 1 si yi = 1
ωTxi + ω0 ≤ −1 si yi = −1

ou, en combinant ces deux équations, vérifiant yi(ωTxi + ω0) ≥ 1. La distance
entre cet hyperplan et l’hyperplan H1 d’équation

H1 : ωTx+ ω0 = 1 est |1− ω0|
||ω||

et la distance avec l’hyperplan H2 d’équation

H2 : ωTx+ ω0 = −1 est |1 + ω0|
||ω||

.

La marge est la distance entre les hyperplans H1 et H2, et est égal à 2
||ω|| .

Maximiser cette quantité sous les contraintes yi(ωTxi + ω0) ≥ 1 est équivalent
à la résolution du problème d’optimisationω = argmin 1

2 ||ω||

s. c. : ∀i ∈ J1; nK yi(ωTxi + ω0) ≥ 1.

qui peut être résolu avec la technique des multiplicateurs de Lagrange.

Hyperplan
séparateur

marge

Figure 2.3 – Illustration de l’hyperplan séparateur optimal et des marges.

Cependant, dans la plupart des problèmes de classification, les données ne
sont pas linéairement séparables et aucun hyperplan séparateur n’existe. Une
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approche pour passer outre ce problème consiste à introduire des variables
artificielles au problème d’optimisation :

ω = argmin 1
2 ||ω||+ C

n∑
i=1

εi

s. c. : ∀i ∈ J1; nK yi(ωTxi + ω0) ≥ 1− εi
où C 6= 0 est une constante positive réelle.

Cette approche est souvent couplée avec l’astuce des noyaux qui consiste à
projeter les données dans un espace de plus grande dimension grâce à une trans-
formation φ. Cette astuce est motivée par le fait que, dans ce nouvel espace,
les données pourront mieux être séparées et donc que l’erreur ε sera inférieure.
L’hyperplan séparateur doit donc être déterminé dans ce nouvel espace, où il
s’écrit en fonction de termes de la forme φ(xi)Tφ(xj) qui correspondent à une
fonction noyau K(xi, xj) . Parmi les noyaux, nous pouvons notamment citer :

– les noyaux linéaires
K(x, y) = x · y;

– les noyaux polynomiaux de degré d

K(x, y) = (x · y)d ou K(x, y) = (x · y + 1)d;

– les noyaux Gaussiens

K(x, y) = e−γ||x−y||
2 avec γ > 0.

Bien que les SVM aient été initialement conçus pour les problèmes de classi-
fication binaires, deux approches ont été développées pour traiter les problèmes
multiclasses [Hsu et Lin, 2002] :

– L’approche un contre tous consiste à construire un SVM par classe avec
des exemples étiquetés 1 pour les exemples de la classe en question et −1
pour les autres. Un exemple de classe inconnue est associé à la classe du
SVM dont il est le plus éloigné de l’hyperplan séparateur.

– L’approche un contre un consiste à construire N(N−1)
2 SVM binaires, où

N est le nombre de classes, à partir de chaque couple de classes. Un
exemple de classe inconnue est associé à la classe la plus représentée
parmi les sorties des SVM. Le principal inconvénient de cette approche
est qu’elle nécessite de construire un nombre de SVM s’accroissant de
manière quadratique avec le nombre de classes.

Concernant les problèmes d’identification de signatures chimiques, les SVM
ont été utilisés avec succès dans de nombreux domaines et notamment dans l’in-
dustrie agroalimentaire [Pardo et Sberveglieri, 2005, Brudzewski et al., 2004]
et dans l’industrie chimique [Gaudioso et al., 2007].
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2.3.2 Approches connexionnistes
Depuis leur introduction dans le milieu des années 50 suite aux travaux

de Hebb, McCulloch, Pitts et Rosenblatt [Rosenblatt, 1958], les réseaux de
neurones sont devenus un domaine de recherche à part entière dont plusieurs
modèles ont émergé. Un neurone artificiel, ou symbolique, est une fonction qui
cherche à modéliser le comportement des neurones biologiques [Bishop, 1995].
Pour un neurone ayant n entrées xi, la sortie est donnée par

oi = φ
( n∑
i=1

wixi + b
)

wi sont les poids de l’entrée, b est un biais et φ est une fonction de transfert. La
figure 2.4 est une représentation graphique d’un neurone symbolique. Parmi

w1

w2

w3

wn

x1

x2

x3

xn

Σ

b

Φ o

entrées
poids biais

fonction de 
transfert

sortie

Figure 2.4 – Représentation graphique d’un neurone symbolique.

les fonctions de transfert φ couramment utilisées, nous pouvons citer :
– les fonctions linéaires

L(x) = x;
– les fonctions sigmoïdes

S(x) = 1
1 + e−x

;

– et les fonctions Gaussiennes

G(x) = e−
||µ−x||2

2σ2 .

Pour traiter des problèmes d’apprentissage supervisé, les neurones sont or-
ganisés dans des structures plus importantes appelées réseaux de neurones.
Une approche courante pour organiser des neurones consiste à les empiler sous
forme de couches : les sorties de chaque neurone de chaque couche sont les
entrées des neurones de la couche suivante, et ainsi de suite. De nombreux
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modèles de tels réseaux ont été développés et ont été appliqués avec suc-
cès dans le contexte de la reconnaissance d’odeurs et dans de multiples do-
maines comme par exemple l’industrie agroalimentaire [Benedetti et al., 2004,
Olunloyo et al., 2011, Lili et al., 2012, Soh et al., 2014] et l’industrie chimique
[Roppel et Wilson, 2001, Chuanzhi et al., 2007, Jha et Yadava, 2009]. Dans les
sections suivantes, nous décrivons les modèles les plus utilisés.

Perceptron multicouche

Le perceptron multicouche (MultiLayer Perceptron, MLP) est l’une des ar-
chitectures de réseaux de neurones les plus courantes. Cette architecture se
compose d’au minimum trois couches : une couche d’entrée, au moins une
couche cachée et une couche de sortie [Bishop, 1995], comme l’illustre la fi-
gure 2.5.

Couche 
d'entrée

Couches cachées

Couche 
de sortie

Figure 2.5 – Exemple d’un perceptron multicouches avec 4 neurones dans
la couche d’entrée, deux couches cachées constituées de 6 et 3 neurones et 2
neurones dans la couche de sortie.

Topologie des MLP

L’architecture des perceptrons multicouches a un impact très important sur
les performances en classification. Bien qu’il n’existe pas, à l’heure actuelle, de
méthode pour déterminer la topologie la plus adaptée à un problème, plusieurs
heuristiques ont été proposées dans la littérature :

– Le nombre de neurones de la couche d’entrée est égal à la dimension des
descripteurs. Nous pouvons toutefois remarquer que certaines configura-
tions ajoutent un neurone supplémentaire qui fait office de biais.

– Le nombre de couches cachées et le nombre de neurones par couche sont
les paramètres qui ont le plus d’influence sur les performances du réseau.
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Hormis le cas où les données sont linéairement séparables et où aucune
couche cachée n’est nécessaire, il n’existe pas de méthode qui réponde à
cette question. Néanmoins, de nombreuses heuristiques ont été proposées
[Priddy et Keller, 2005]. Par exemple, Blum [Blum, 1992] suggère que le
nombre de neurones des couches cachées doit être compris entre celui de
la couche d’entrée et celui de la couche de sortie. Des méthodes itératives
ont également été proposées. De telles méthodes consistent à ajouter de
manière itérative des neurones à une petite architecture, ou, a contra-
rio, de partir d’une grande structure et d’utiliser une stratégie d’élagage
pour réduire sa taille. Ces approches sont décrites de manière détaillée
dans [Reed, 1993]. Une troisième approche [Stanley, 2002] propose d’uti-
liser des algorithmes évolutionnistes pour déterminer la topologie la plus
appropriée. Enfin, des techniques de recherche exhaustive sur une grille
sont également fréquemment utilisées.

– Dans le cadre de l’apprentissage supervisé, la taille de la couche cachée
est entièrement déterminée par le problème de classification, c’est-à-dire
exactement un neurone par classe.

Apprentissage des paramètres des MLP

L’apprentissage des MLP est la phase lors de laquelle les différents poids et
biais des neurones du réseau sont déterminés. L’algorithme dit de rétropropa-
gation du gradient est la technique la plus couramment utilisée. Il s’agit d’une
méthode itérative de descente de gradient. Plus formellement, si

ej[n] = ŷj[n]− yj[n]

représente l’erreur en la valeur du jième neurone de sortie ŷj[n] et la valeur
réelle yj[n] alors, durant la phase d’apprentissage, les poids sont itérativement
mis à jour de manière à minimiser l’erreur

E[n] =
∑
j

ej[n]2.

Les poids ωi,j, entre le iième neurone de la couche précédente et le jième de la
couche courante, sont mis à jour de la manière suivante :

ωi,j[n+ 1] = ωi,j[n]− η ∂E[n]
∂ωi,j[n]

η étant une constante appelée taux d’apprentissage. On peut montrer que pour
les neurones de sortie, on a

∂E

∂ωi,j
= ejφ

′(oj)
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et que, pour les neurones cachés, on a

∂E

∂ωi,j
= φ′(oj)

∑
k∈dest(j)

∂E[n]
∂ωj,k[n]ωj,k[n],

où oj est la sortie du jième neurone. De nombreuses variantes ont été proposées
dans la littérature :

– Rétropropagation avec inertie : pour éviter que la descente de gradient ne
converge vers un minimum local, Jacobs [Jacobs, 1988] propose d’ajouter
un terme d’inertie :

ωi,j[n+ 1] = ωi,j[n]− η ∂E[n]
∂ωi,j[n] +m(ωi,j[n]− ωi,j[n− 1])

où m est une constante.
– Rétropropagation avec taux d’apprentissage variable : cette variante pro-
pose d’utiliser un taux d’apprentissage µ changeant à chaque itération
de l’algorithme. Une technique bien connue consiste à diminuer ce taux
à chaque itération. Plagianakos et al. [Plagianakos et al., 2002] ainsi que
Barzilai et Borwein [Barzilai et Borwein, 1988] proposent d’exploiter des
informations locales concernant la fonction de perte et de modifier le
taux d’apprentissage en conséquence.

Bien qu’étant la méthode la plus utilisée, des alternatives à l’ algorithme de
rétropropagation du gradient existent [Livieris et Pintelas, 2008]. Parmi elles,
on peut notamment citer : la méthode du gradient conjugué [Shewchuk, 1994],
les approches de type quasi-Newton [Broyden, 1970], l’algorithme de Levenberg-
Marquardt ainsi que des algorithmes évolutionnistes [Stanley, 2002]. Tous ces
algorithmes ont en commun le fait qu’ils sont itératifs.

Un problème soulevé par de tels algorithmes est celui de leur arrêt. Plusieurs
critères d’arrêt peuvent être considérés, par exemple lorsque :

– la durée de calcul dépasse un certain temps ;
– un nombre maximum d’itérations a été atteint ;
– la différence entre deux itérations successives est inférieure à un certain
seuil ε > 0, i.e.||Xk+1 −Xk|| ≤ ε ;

– l’erreur atteint un certain seuil |Err(Xk)| ≤ ε ;
– l’erreur augmente sur un ensemble de validation.

Les algorithmes décrits ont été présentés de manière dite online, c’est-à-dire
que les différents poids sont mis à jour après qu’un exemple ait été présenté au
réseau. Une autre approche, dite batch, consiste à mettre les poids à jour après
avoir accumulé l’erreur sur toute la base d’apprentissage. Ces deux approches
peuvent être couplées en utilisant des mini-batch : l’erreur est alors accumulée
sur une partie de la base d’apprentissage.
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Minima locaux

De manière générale, tous les algorithmes présentés précédemment peuvent
converger vers des minima locaux. Une technique classique pour éviter ce phé-
nomène consiste à effectuer plusieurs phases d’apprentissage à partir de diffé-
rents paramètres initiaux. Le nombre d’itérations de ces algorithmes soulève
également plusieurs problèmes : si le nombre d’itérations est trop important, le
phénomène de surapprentissage peut apparaître. Intuitivement, le surappren-
tissage apparaît lorsque le réseau a mémorisé les exemples d’apprentissage sans
avoir acquis de capacité de généralisation, c’est-à-dire sans être capable, grâce
aux exemples appris, de traiter des exemples encore non rencontrés. Ceci se
traduit, lors de la phase d’apprentissage, par le fait que l’erreur sur la base
d’apprentissage diminue tandis que celle sur la base de validation augmente.
Ainsi, une méthode permettant d’éviter ce phénomène consiste à mesurer, lors
de l’apprentissage, l’erreur sur un ensemble de validation, et à arrêter l’algo-
rithme lorsque celle-ci augmente. Une autre approche consiste à ajouter à la
fonction de perte un terme de régularisation qui pénalise les poids importants.
Plus formellement, la fonction de perte devient E(X) + λN(X) où N est une
fonction qui croît avec les composantes de X et λ une constante appelée coef-
ficient de régularisation. Parmi les fonctions couramment utilisées pour N , on
peut citer la norme `2 également connue sous le nom de norme Euclidienne. Une
troisième approche, dite méthode du dropout [Srivastava et al., 2014], consiste,
lors de la phase d’apprentissage, à ne garder les neurones actifs qu’avec une
certaine probabilité. Enfin, le problème de surapprentissage est également lié
à la complexité du modèle utilisé ; dans ce cas, une topologie plus petite doit
être considérée. Piotrowski et al. décrivent ces méthodes de manière plus ap-
profondie dans [Piotrowski et Napiorkowski, 2013] et proposent une évaluation
de celles-ci.

Réseaux à fonctions radiales

Les réseaux à fonctions radiales (Radial Basis Function, RBF) sont compo-
sés, comme le montre la figure 2.6 de trois couches : une couche d’entrée, une
couche cachée qui effectue une transformation non linéaire de ces entrées en
utilisant une fonction radiale et une couche de sortie [Schwenkar et al., 2004].
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Figure 2.6 – Exemple d’un réseau RBF ayant 4 neurones dans la couche d’en-
trée, une couche radiale ayant 6 neurones, une couche de sortie de 3 neurones.

Une fonction de base radiale est une fonction φ symétrique autour d’un
centre µ :

φ(x) = φ(||x− µ||).
Un exemple typique de fonction radiale est la fonction Gaussienne. En général,
ces fonctions sont également paramétrées par σ qui correspond à la largeur
de la fonction. Un réseau RBF calcule une combinaison linéaire de fonctions
radiales :

y(x) =
∑
i

wiφ(||x− µi||, σi).

L’apprentissage des modèles RBF utilise le fait que l’on peut diviser les para-
mètres en deux groupes : le premier est constitué des centres et des largeurs
des fonctions radiales et le second des poids wi. Cette caractéristique permet
de réaliser l’apprentissage du modèle de manière séquentielle. Dans un pre-
mier temps, les paramètres µi et σi sont estimés, le plus souvent, à l’aide d’un
algorithme de clustering et en considérant les centres et les largeurs des clus-
ters comme les paramètres des fonctions radiales. Puis dans un second temps,
les poids optimaux wi sont calculés en résolvant, de manière analytique, le
problème de régression linéaire suivant :

ω = argmin
∑
x

(
y(x)−

∑
i

wiφ(||x− µi||, σi)
)2
.

Réseaux probabilistes

Enfin, une troisième architecture particulière de réseaux de neurones est
celle des réseaux probabilistes (Probabilistic Neural Network, PNN) [Specht, 1990].
De tels réseaux possèdent, comme le montre la figure 2.7, 4 couches : une
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couche d’entrée, une couche à fonctions radiales, une couche de sommation et
une couche de décision.

Couche 
d'entrée

Couche à 
fonctions radiales

Couche de 
sommation

Couche de 
décision

∑

∑

∑

Φ

Φ

Φ

Φ

Φ

Φ

Figure 2.7 – Exemple d’un réseau probabiliste ayant 4 neurones dans la
couche d’entrée, une couche radiale ayant 6 neurones, une couche de som-
mation de 3 neurones et un 1 neurone de décision.

Contrairement aux deux architectures précédemment décrites, l’architec-
ture des PNN dépend uniquement de la base d’apprentissage : il y a autant de
neurones dans la couche cachée qu’il y a d’exemples dans la base de données.
Cette couche calcule la distance entre l’exemple d’entrée et chaque exemple
de la base d’apprentissage. La couche de sommation est composée d’un neu-
rone par classe et ses entrées sont les sorties des neurones de la couche radiale
appartenant à cette même classe. Enfin, la couche de décision sélectionne le
neurone de la couche de sommation ayant la plus grande sortie. La figure 2.7
représente l’architecture d’un réseau PNN.

2.3.3 Approches à base de voisinages
La méthode des k-plus proches voisins (k-Nearest Neighbours, KNN) est

une technique de classification non supervisée. Pour classer un nouvel exemple,
ses k plus proches voisins sont identifiés dans la base d’apprentissage, et cet
exemple est associé à la classe la plus représentée parmi ces voisins. Plus for-
mellement, pour une distance d(_,_) et pour un exemple de classe inconnue
x, les distances entre cet exemple et tous ceux de la base d’apprentissage sont
calculées. Puis, si les statistiques d’ordre k sont notées

0 ≤ d(1)(x) ≤ d(2)(x) ≤ ... ≤ d(k)(x) ≤ ... ≤ d(n)(x)
alors l’ensemble des k plus proches voisins est

Ak(x) = {xi : d(x, xi) < d(k)(x)}
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et l’exemple x est assigné à la classe la plus représentée dans Ak(x). La dis-
tance d est un paramètre critique, qui influence grandement les performances de
KNN. Pour passer outre ce problème, les auteurs de [Weinberger et al., 2006]
proposent l’algorithme des k-plus proches voisins à vastes marges (Large Mar-
gin k-Nearest Neighbours, LMNN). Ils proposent d’effectuer une transforma-
tion linéaire des données et d’utiliser une distance Euclidienne :

D(x, y) = ||L(x− y)||.

La matrice L peut être déterminée en résolvant, par une technique de descente
de gradient, le problème d’optimisation convexe suivant :

L = argminL (1− µ)
∑
i→j
||L(xi − xj)||2

+µ
∑
i,j→i

∑
l

(1− yi,l)(1 + ||L(xi − xj)||2 + ||L(xi − xl)||2)+

où yi,l = 1 ssi yi = yj, et yi,l = 0 sinon, (x)+ = max(0, x) et µ ∈ [0; 1] qui
permet de mitiger l’influence des deux termes de la fonction objectif :

– le premier terme pénalise les grandes distances entre les exemples appar-
tenant à une même classe ;

– le second terme pénalise les petites distances entres les exemples de ca-
tégories différentes.

La notation i→ j indique que xi est un voisin cible de xj, les voisins cibles de
xi sont les k plus proches exemples parmi ceux ayant la même classe que xi.
La principale différence entre KNN et LMNN est, comme le montre la figure
2.8, que les lignes isodistances de KNN (en utilisant une distance Euclidienne)
sont des cercles, tandis que celles de LMNN sont des ellipses.

KNN

LMNN

Figure 2.8 – Interprétation géométrique de la différence entre KNN et LMNN.

La valeur de k est un autre paramètre ayant un impact important sur
les performances des approches de type plus proches voisins. Si une valeur
élevée de k peut réduire les effets du bruit et des données aberrantes, une
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valeur faible permet de construire des frontières de décision plus complexes.
La valeur de k est communément fixée en effectuant une recherche sur une
grille. Ces approches sont particulièrement sensibles à la représentativité de
la base d’apprentissage. En effet, si l’une des classes est surreprésentée dans
la base d’apprentissage alors celle-ci tend à dominer les résultats prédits.
Malgré ce défaut, ces approches ont été appliquées avec succès dans plu-
sieurs domaines : dans l’industrie agroalimentaire pour l’identification de fruits
[Tang et al., 2010], dans le secteur médical pour l’identification de bactéries
[Schiffman et al., 2000] et dans l’industrie chimique [Güney et Atasoy, 2012].

2.3.4 Approches à base de règles
Les arbres de décision (Decision Tree, DT) font partie des techniques non

paramétriques d’apprentissage supervisé dont l’objectif est de prédire la classe
d’une entrée par l’apprentissage de règles de décision à partir de la base d’ap-
prentissage. Les nœuds d’un arbre de décision correspondent à une disjonction
logique entre plusieurs alternatives disjointes représentées par ses branches,
ces alternatives étant des propositions logiques. Les feuilles de l’arbre corres-
pondent au résultat final de la combinaison de décision, c’est-à-dire, à la classe
des exemples vérifiant la conjonction des différentes propositions.

X=(X1, X2)

X1 > kX1 < k

X = C1 X = C3 

X2 < k' X2 > k'
C1 

C3 

C2 

X1

X2

k

k'

X1

X2
X = C2 

Figure 2.9 – Exemple d’un arbre de décision et de ses frontières de classifica-
tion.

Le problème consistant à construire des arbres de décision ayant un nombre
minimal de nœuds étant NP-complet, la construction des arbres de décision
utilise des heuristiques n’ayant pas de garantie quant à l’optimalité de l’arbre
déterminé. L’heuristique la plus courante est la méthode ID3 [Quinlan, 1986].
Celle-ci utilise une stratégie gloutonne descendante pour explorer l’espace de
recherche : l’ensemble d’apprentissage est itérativement divisé en sous-ensembles
tandis que l’arbre est développé. Pour diviser la base d’apprentissage, la mé-
thode ID3 choisit le descripteur maximisant le gain d’information. Pour com-
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mencer, l’entropie de chaque descripteur est calculée

H = −
∑

pi log(pi) , pi = nombre d’éléments de l’ensemble Ci
nombre total d’éléments

et l’ensemble de base est divisé en fonction des valeurs prises par le descripteur
dont l’entropie est minimale. D’autres heuristiques, comme la méthode CART
utilisant l’indice de Gini [Breiman et al., 1984], ont été proposées mais leur
utilisation est moins répandue. Le principal avantage des arbres de décision
réside dans le fait qu’ils puissent être interprétés étant donné qu’ils consistent
en un ensemble de règles. Cependant, comme leurs frontières de décision sont
parallèles aux axes, comme le montre la figure 2.9, ils ont souvent des perfor-
mances plus faibles que d’autres algorithmes.

Pour tenter d’améliorer leurs performances, la technique d’ensemble d’arbres
de décision (Bagged Tree, BT) a été introduite dans [Breiman, 2001]. Cette
méthode divise la base d’apprentissage en k sous-ensembles de n éléments en
tirant ces derniers de manière aléatoire, construit un arbre de décision sur cha-
cun de ces sous-ensembles et agrège leurs résultats par un vote majoritaire.
Les hyperparamètres k et n sont communément déterminés en effectuant une
recherche sur une grille de dimension 2. Ces algorithmes à base de règles ont
trouvé leur intérêt dans le cadre des problèmes de reconnaissance de signa-
tures chimiques. Ils ont notamment été employés dans le domaine de l’indus-
trie agroalimentaire [Cho et Kurup, 2011] et pour l’identification de composés
chimiques [Fujioka et al., 2013].

2.3.5 Approches basées sur la modélisation des signaux
Les techniques de modélisation des signaux sont des outils fondamentaux

pour l’analyse de séries temporelles. De nombreux modèles ont été développés
[Carmona, 2004] :

– Les processus auto-régressifs (Auto-Regressive, AR) : un processus AR
d’ordre p s’écrit

Xt = φ0 +
p∑
i=1

φiXt−i + εt

où φ0, ..., φp sont des paramètres et εt du bruit blanc.
– Les processus à moyenne glissante (Moving Average, MA) : un processus
MA d’ordre q s’écrit

Xt = µ+ εt +
q∑
i=1

θiεt−i,

θ0, ..., θq sont ses paramètres, µ est la moyenne de Xt et εt du bruit blanc.
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– Les processus auto-régressifs à moyenne glissante (Auto-Regressive-Moving-
Average, ARMA) sont une combinaison des modèles AR et MA :

Xt = φ0 +
p∑
i=1

φiXt−i + εt +
q∑
i=1

θiεt−i.

Les paramètres de ces modèles sont estimés par la méthode des moindres car-
rés ou par la technique de maximisation de la vraisemblance [Box et al., 2015,
Hamilton, 1994]. Bien que la recherche sur une grille puisse être envisagée,
plusieurs approches ont été proposées pour déterminer la valeur des hyperpa-
ramètres p et q :

– Test statistique : cette approche consiste à surestimer les valeurs de p et
q et à effectuer un test statistique sur φp et θq pour déterminer s’ils sont
significatifs. Les tests statistiques les plus couramment employés sont les
tests dits F-statistic et t-statistic [Maddala et Lahiri, 2009].

– Critère d’information : cette seconde approche consiste à effectuer une
recherche sur une grille et à sélectionner les paramètres minimisant un
critère d’information [Stoica et Selen, 2004]. Les critères d’information
typiques sont :
– Le critère d’information de Bayes (BIC) :

BICp,q = −2log(L) + klog(n);

– et le critère d’information d’Akaike (AIC) :

AICp,q = −2log(L) + 2k.

Ici, L est la vraisemblance du modèle, n le nombre d’échantillons de la
série temporelle et k le nombre total de paramètres.

Les modèles précédemment décrits sont récursifs ; si l’on dispose d’une ex-
pression analytique du signal, une modélisation interprétable dans le domaine
temporel est souvent préférable. Par exemple, les auteurs de [Mayoue et al., 2013]
proposent de modéliser la réponse des capteurs par un système du premier
ordre avec une dérive linéaire :

f(t) = K(1− e−tτ ) + αt+ β,

et d’estimer les paramètres en utilisant la technique des moindres carrés ré-
cursifs. Ces techniques peuvent être utilisées pour traiter des problèmes de
classification : un modèle est construit pour chaque classe à partir de la base
d’apprentissage et un nouvel exemple est assigné à la classe du modèle qui lui
est le plus fidèle. Par exemple, [Mayoue et al., 2013] utilise ces techniques pour
détecter des explosifs (TNT et EDGN) en présence d’interférents.
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Bilan du chapitre
Dans ce chapitre, les principales approches multiparamétriques proposées

dans la littérature ont été présentées. Bien que certaines d’entre elles soient
particulièrement utilisées dans le cadre de l’identification de signatures chi-
miques, chacune a su trouver son intérêt dans un domaine particulier.

Les réseaux de neurones font partie des algorithmes les plus répandus mal-
gré le fait que leur entraînement et que la recherche de leur architecture soient
particulièrement coûteux en temps de calcul. Toutefois, le récent dévelop-
pement d’architectures de calcul spécialisées tend à limiter cet inconvénient
[Vainbrand et Ginosar, 2010]. Ces architectures permettent également d’em-
barquer des réseaux de neurones dans des systèmes mobiles.

Les SVM et les approches à base de voisinage sont également très employés
bien que ces dernières requièrent de stocker en mémoire la base d’apprentissage
intégralement. Bien qu’étant plus marginales, les approches à base de règles et
celles basées sur des techniques de modélisation du signal ont tout de même
été appliquées avec succès [Frenois et al., 2014].
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Chapitre 3

Positionnement par rapport à
l’état de l’art

3.1 Évaluation et analyse des performances des
techniques de l’état de l’art

3.1.1 Protocole d’évaluation

Les résultats présentés dans cette partie ont été obtenus en sélectionnant les
hyperparamètres des différents algorithmes en effectuant une recherche sur une
grille : des noyaux linéaire, quadratique, cubique et Gaussien ont été considérés
pour les SVM ; les performances des réseaux de type MLP ont été obtenues
en évaluant des architectures comprenant 1 ou 2 couches ayant entre 1 et 25
neurones ; et une recherche sur une grille allant de 1 à 25 a été utilisée pour
évaluer les performances des approches à base de voisinage. L’algorithme de
rétropropagation du gradient avec un terme de régularisation a été utilisé pour
apprendre les différents paramètres des réseaux de neurones tout en évitant le
phénomène de surapprentissage. Les descripteurs ont été normalisés entre 0 et
1. La dimension des descripteurs a été réduite de telle sorte qu’avec la PCA,
90% de la variance soit expliquée, et avec les autoencodeurs, de telle sorte que
l’erreur de reconstruction soit 90% de celle obtenue avec un seul neurone dans
la couche cachée.

Les résultats donnés dans les tables 3.1 et 3.3 représentent la moyenne des
performances en classification des différentes méthodes tandis que les tables
3.2 et 3.4 représentent l’écart-type de ces dernières. Dans le cas de la base de
données constituée des toxiques chimiques, les performances en classification
sont définies comme étant le ratio des exemples correctement classés sur le
nombre total d’exemples, tandis que dans le cas de celle constituée des capsules
de café, les performances en classification sont définies comme étant le ratio de
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vrais positifs. Cette même métrique sera également utilisée dans la suite de de
document pour évaluer les performances des algorithmes proposés sur la base
de données contenant le DMMP et le 4-NT. Ces résultats ont été obtenus lors
d’un processus de validation croisée à 5 plis [Geman et Doursat, 1992].

Le processus de validation croisée consiste en la division de la base d’ap-
prentissage en k sous-ensembles de tailles similaires. k− 1 sous-ensembles sont
utilisés pour apprendre le modèle tandis que le dernier est utilisé pour estimer
ses performances. Ce processus est réitéré k fois de telle sorte que chacun des
différents sous-ensembles ait été utilisé pour estimer les performances. Cette
méthode de validation permet d’obtenir des résultats plus robustes puisqu’un
classifieur peut avoir de bonnes performances sur un jeu de données particu-
lier et en avoir de mauvaises sur un autre. Les résultats décrits dans la section
suivante ont été obtenus avec k = 5. Ceux-ci sont compris entre 0 et 1. Un
score de 1 signifie que tous les exemples ont été correctement classés tandis
qu’un score de 0 signifie qu’ils ont tous été mal classés.

Le meilleur résultat obtenu pour chaque couple de technique de prétraite-
ment et d’algorithme d’apprentissage supervisé est indiqué en gras. Dans le
cas des tables 3.1 et 3.3 présentant les performances en classification, il s’agit
du score le plus élevé. Tandis que dans le cas des tables 3.2 et 3.4, il s’agit du
score le plus faible.
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3.1.2 Analyse des résultats du benchmark

Concernant les techniques d’apprentissage supervisé, les résultats du bench-
mark mettent en évidence le caractère non linéairement séparable des pro-
blèmes d’identification de signatures chimiques puisque, à l’exception des SVM,
les classifieurs linéaires sont les moins performants. Cette exception montre que
l’astuce du noyau, qui permet de projeter les données dans un espace de dimen-
sion supérieure, permet de rendre le problème plus facilement séparable. Nous
pouvons également remarquer que les algorithmes permettant d’apprendre des
frontières de décision complexes permettent, de manière générale, d’obtenir
les meilleures performances. On remarque également que les variantes BT des
arbres de décision et LMNN de la méthode des k plus proches voisins per-
mettent de remédier à certaines faiblesses des algorithmes originaux : en effet
les performances de ces deux variantes sont supérieures à celles des algorithmes
de base. Cependant, comme la plupart des algorithmes ne sont pas interpré-
tables, toute analyse supplémentaire est ardue.

Concernant les techniques de prétraitement, les résultats montrent claire-
ment l’intérêt des techniques de changement de représentation et de réduction
de dimension. On peut notamment remarquer que les performances obtenues
en utilisant ces techniques ont toujours été les meilleures. Les autoencodeurs
semblent être préférables à l’analyse en composantes principales. Ce phéno-
mène peut s’expliquer par leur caractère non linéaire contrairement à la PCA.
Toutefois, les différences de performances étant très faibles, d’autres expé-
riences devraient être menées pour étayer cette hypothèse.

Les tables 3.2 et 3.4 montrent que l’écart-type est relativement faible :
proche de 5% sur la base de données constituée des toxiques chimiques et
proche de 8% sur celle constituée des capsules de café. Ceci indique que le phé-
nomène de surapprentissage n’est pas apparu lors du processus d’apprentissage
et donc que les taux de classification sont fiables.

Enfin, les résultats obtenus sur la base de données des toxiques chimiques
montrent que le régime transitoire contient des informations révélatrices quant
à la nature des composés chimiques tandis que ceux obtenus sur la base de
données des capsules de café tendent à montrer le contraire. Ce phénomène
peut s’expliquer par la non reproductibilité du processus d’échantillonnage des
vapeurs des capsules de café. L’exemple de la figure 3.1 est révélateur. Celle-
ci représente respectivement les réponses d’un capteur SO3H exposé 5 fois
à 10 ppm de sulfure d’hydrogène et à la même capsule de café. Cette figure
permet de mettre en évidence que, contrairement au régime stationnaire, le
régime transitoire n’est pas reproductible lorsque les vapeurs générées sont
conduites sur les capteurs en utilisant une pompe. Ce phénomène n’apparaît
pas sur la base de données des toxiques chimiques car les débits sont régulés
et les concentrations maîtrisées. Ainsi, l’utilisation du régime transitoire des
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réponses des capteurs ne doit être considérée que si le procédé et les conditions
d’acquisition sont maîtrisés et reproductibles.

(a) Réponses d’un capteur fonctionnalisé SO3H exposé 5 fois à 10 ppm de sulfure d’hydrogène.

(b) Réponses d’un capteur fonctionnalisé SO3H exposé 5 fois à la même capsule de café.

Figure 3.1 – Non reproductibilité des régimes transitoires lorsque l’environ-
nement n’est pas suffisamment contrôlé.
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3.2 Proposition d’une nouvelle approche pour
l’identification de signatures chimiques

L’analyse des résultats du benchmark permet de mettre en évidence qu’un
descripteur idéal permettant d’identifier des signatures chimiques doit avoir
les caractéristiques suivantes :

– Il doit porter des informations concernant non seulement le régime sta-
tionnaire mais également le régime transitoire puisque nous avons vu
que, dans le cas de toxiques chimiques, l’utilisation de ces deux sources
d’information permet d’obtenir les meilleurs résultats.

– Il doit être indépendant des variations temporelles relatives de la concen-
tration de manière à ce que les problèmes concernant la reproductibilité
du protocole expérimental n’aient pas d’impact sur lui.

– Il doit être indépendant de la valeur absolue de la concentration de telle
sorte qu’un composé chimique de même nature mais à deux concentra-
tions différentes ait le même descripteur.

– Il doit être insensible à la température.

L’étude bibliographique du chapitre 1 a mis en évidence que le déplacement
en fréquence des SAW est la superposition d’une contribution massique, d’une
contribution viscoélastique et d’une contribution électro-acoustique, toutes
trois modélisables par des équations différentielles linéaires d’ordre 1. Puis-
qu’il a été expérimentalement montré que la contribution électro-acoustique
est négligeable devant les deux autres, nous ne la considérerons pas dans cette
étude. Nous supposerons donc que le déplacement en fréquence est la superpo-
sition des contributions massique et viscoélastique, toutes deux modélisables
par les équations différentielles :

τm
∂Fm
∂t

+ Fm = Kmc,

τv
∂Fv
∂t

+ Fv = Kvc.

Nous proposons d’estimer, sans aucune hypothèse quant au profil de concen-
tration c, les paramètres de ces équations différentielles, à savoir leurs gains et
leurs constantes de temps et d’utiliser ces derniers pour non seulement identifier
les signatures chimiques, mais également estimer la concentration de composés
purs. Ces travaux ont plusieurs motivations :

– Ces paramètres portent des informations à la fois sur le régime transitoire
et sur le régime stationnaire ce qui, comme expliqué dans la section 3.1.2,
a un intérêt pour la reconnaissance de signatures chimiques.

– Ils sont également indépendants du profil de concentration c et donc de
la manière dont les vapeurs sont conduites dans la chambre contenant les
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capteurs. Ainsi, ils devraient être plus robustes aux problèmes concernant
la reproductibilité du protocole expérimental comme expliqué dans la
section 3.1.2.

– Ces paramètres permettent également de déterminer le profil temporel
de concentration c apportant ainsi des informations quant à l’évolution
de la concentration dans le temps.

– Ils appartiennent également à un espace de dimension plus grande que la
majorité de ceux proposés dans la littérature et ainsi apportent davantage
d’informations concernant les signatures chimiques. Par exemple, suppo-
sons que les amplitudes des contributions massique et viscoélastique de
deux composés chimiques a et b soient respectivement

Gm,a, Gv,a et Gm,b, Gv,b.

Alors, leurs amplitudes en régime stationnaire sont respectivement

Sa = Gm,a +Gv,a et Sb = Gm,b +Gv,b.

Nous pouvons très bien avoir Sa = Sb ce qui signifie que l’amplitude du
régime stationnaire rend ces deux composés indifférentiables tandis que
nous avons

Gm,a 6= Gm,b et Gv,a 6= Gv,b

ce qui les rendrait différentiables.
– Enfin, ces paramètres ont un sens physique et permettront donc de pro-
poser des algorithmes interprétables.

Le descripteur proposé vérifie ainsi les deux premiers points discutés précé-
demment. Néanmoins, celui-ci est dépendant de la valeur absolue de la concen-
tration mais nous verrons dans la seconde partie de ce manuscrit que cette
propriété peut être intéressante car elle permet d’estimer la concentration des
composés chimiques. Il est également sensible à la température mais comme
celle-ci est régulée au niveau de la chambre contenant les capteurs son impact
est limité.

Enfin, nous veillerons le plus souvent à proposer des méthodes ayant un
sens physique, permettant de les rendre interprétables de manière à pouvoir
analyser au mieux les résultats obtenus.
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Conclusion de la première partie
Après avoir décrit le principe de fonctionnement des capteurs SAW et les

approches de type nez électronique pour l’identification de signatures chi-
miques, nous nous sommes intéressés aux couches sensibles en diamant qui
permettent une grande sensibilité et de nombreuses terminaisons de surface
qui sont autant de fonctionnalisations aux affinités chimiques différentes.

Cette première partie a également été l’occasion de décrire les bases de don-
nées utilisées tout au long de cette étude ainsi que les différentes techniques
de l’état de l’art. Ces techniques ont d’ailleurs pu être comparées quantitati-
vement sur les bases de données décrites dans cette même partie. Parmi les
résultats remarquables, il convient de noter que les techniques de réduction de
dimension et que les algorithmes d’apprentissage supervisé ayant des frontières
de décision complexes permettent d’obtenir les meilleurs scores.

Ce benchmark a également permis de mettre en évidence l’impact du proto-
cole expérimental sur les performances de ces méthodes. Un exemple révélateur
est celui des informations portées par le régime transitoire des réponses des
capteurs. Dans le cas où le protocole d’acquisition est reproductible, le régime
transitoire est alors porteur d’informations révélatrices quant à la nature de la
signature chimique. Dans le cas contraire, les résultats sont plus mitigés.

Enfin, une succincte description de la méthode proposée dans le cadre de
cette étude et de ses motivations a terminé cette première partie.
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Deuxième partie

Identification de signatures
chimiques
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Introduction
L’objectif de cette partie est d’introduire de nouveaux descripteurs se rap-

prochant du descripteur idéal décrit dans le chapitre 3 et de comparer leurs
performances, à la fois sur des problèmes d’identification de composés chi-
miques et d’estimation de la concentration, avec les résultats des techniques
de l’état de l’art.

Le chapitre 4, après avoir justifié le modèle utilisé dans la suite de ce ma-
nuscrit, s’intéresse à l’estimation des paramètres des équations différentielles
modélisant les contributions massique et viscoélastique. Afin d’approcher ces
derniers, une formulation de ce problème comme un problème d’optimisation
sous contraintes est proposée, puis la résolution de ce dernier par l’utilisation
de différentes métaheuristiques est discutée.

Le chapitre 5 met en évidence l’intérêt de ces paramètres en tant que des-
cripteurs en entrée d’algorithmes d’apprentissage supervisé. Dans un premier
temps, il décrit les résultats expérimentaux, obtenus dans le contexte de l’iden-
tification de composés chimiques, puis les compare avec les performances ob-
tenues en utilisant les techniques de l’état de l’art. Il détaille également une
méthode permettant de fusionner les descripteurs proposés et ceux de l’état
de l’art. Dans un second temps, une méthode permettant d’estimer le profil
temporel de concentration, basée sur des techniques de déconvolution et de
régression non paramétrique, est exposée et ses performances expérimentales
sont détaillées.

Pour finir, le chapitre 6 décrit un algorithme glouton permettant, pour un
problème donné, de déterminer les fonctionnalisations des capteurs les plus
appropriées. L’évaluation des résultats de cet algorithme conclut ce chapitre.
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Chapitre 4

Estimation des paramètres des
contributions massique et
viscoélastique

Introduction
Dans la section 1.1.1, nous avons vu qu’il existe deux modélisations pour

formaliser la réponse des capteurs SAW : les équations différentielles décrites
dans [Ballantine et al., 1997, Tard, 2013] et celles décrites dans [Manai, 2014]
dans lesquelles les constantes de temps sont des fonctions linéaires de la concen-
tration. Dans un premier temps, nous donnerons les arguments qui nous ont
fait choisir la formalisation de Ballantine et Tard. Puis, nous nous intéresserons
à l’estimation des paramètres de ces équations différentielles en les considérant
comme des solutions d’un problème d’optimisation que nous poserons et résol-
verons en utilisant des métaheuristiques.

4.1 Justification du modèle utilisé
Dans le chapitre 1.1.1, nous avons vu, en négligeant la contribution électro-

acoustique, que la réponse d’un capteur SAW peut être modélisée par ce sys-
tème d’équations : 

τm
∂Fm
∂t

+ Fm = Kmc
τv

∂Fv
∂t

+ Fv = Kvc
Fm + Fv = F

(4.1)

où c est la concentration. Toutefois, un modèle alternatif a été proposé dans
[Manai, 2014]. Dans ce modèle les constantes de temps τm et τv sont des fonc-
tions linéaires de la concentration :

τi = αic+ βi i ∈ {m, v}.
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Pour juger de la représentativité de ce raffinement, le temps de réponse à 90% a
été mesuré sur tous les exemples de la base de données constituée des toxiques
chimiques. Le temps de réponse à 90%, noté t90%, est défini comme étant le
temps nécessaire pour qu’un signal monotone atteigne 90% de sa valeur en
régime stationnaire [Levine, 1996] ou, plus formellement, t90% est défini tel
que F (t90%) = 0, 9Fs où Fs représente la valeur du régime stationnaire de F .
La figure 4.1 illustre les variations du temps de réponse à 90% d’un capteur
exposé à de l’ammoniac. Entre 12 et 17 acquisitions ont été réalisées pour
chaque concentration.

Figure 4.1 – Temps de réponse à 90% d’un capteur exposé à de l’ammoniac.

Cette figure montre non seulement que les variations du temps de réponse
à 90% sont faibles mais également qu’elles sont négligeables devant l’écart-
type (variant entre 0, 2 et 0, 7 seconde) des résultats obtenus pour une même
concentration. Ces mêmes observations peuvent être réalisées quel que soit le
composé chimique et quelle que soit la fonctionnalisation du capteur auquel
nous nous intéressons. Nous pouvons donc en déduire que, dans la plage de
concentrations qui nous intéresse, ce raffinement n’est que très peu représenta-
tif. Par conséquent, nous ne considérerons pas ce raffinement dans cette étude
et les équations seront ainsi simplifiées.
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4.2 Formulation du problème d’optimisation
Dans cette section, nous formulons un problème d’optimisation dont les

solutions sont les paramètres des contributions massique et viscoélastique.
La méthode d’Euler permet d’approcher une dérivée ∂F

∂t
(t) par

∂F

∂t
(t) ≈ F [n]− F [n− 1]

Ts

où Ts est le taux d’échantillonnage, F [n] est le nième échantillon numérisé de la
séquence F et c[n] le nième échantillon numérisé du profil de concentration. En
appliquant cette méthode aux équations (4.1), nous obtenons pour i ∈ {m, v} :

Fi[n] = τi
τi + Ts

Fi[n− 1] +Ki
Ts

τi + Ts
c[n]

Ces équations ont deux propriétés intéressantes :
1. Elles sont linéaires puisque, pour i ∈ {m, v} si

Fa,i[n] = τi
τi + Ts

Fa,i[n− 1] +Ki
Ts

τi + Ts
ca[n]

et
Fb,i[n] = τi

τi + Ts
Fb,i[n− 1] +Ki

Ts
τi + Ts

cb[n]

alors nous avons ∀ α ∈ R

Fa,i[n] + αFb,i[n] = τi
τi + Ts

(Fa,i[n− 1] + αFb,i[n− 1])

+Ki
Ts

τi + Ts
(ca[n] + αcb[n]),

2. Elles sont temps invariant puisque, pour i ∈ {m, v}, nous avons

Fi[n− n0] = τi
τi + Ts

Fi[n− n0 − 1] +Ki
Ts

τi + Ts
c[n− n0].

L’annexe A (page 129) décrit les principales propriétés des processus linéaires
et temps invariant et montre notamment que la sortie de tels processus n’est
autre que le produit de convolution de leur réponse impulsionnelle avec leur
entrée. Ainsi, nous avons : {

Fm = hm ∗ c
Fv = hv ∗ c

(4.2)

où hm et hv sont respectivement les réponses impulsionnelles des contributions
massique et viscoélastique.
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Détermination des réponses impulsionnelles
Comme expliqué dans l’annexe A (page 129), la réponse impulsionnelle

d’un processus est sa sortie lorsque son entrée est la fonction delta de Dirac.
Pour i ∈ {m, v}, nous avons donc{

hi[0] = Ki
Ts

τi+Ts
hi[n] = τi

τi+Tshi[n− 1] ∀n > 0.

Puisqu’il s’agit d’une série géométrique, nous avons

hi[n] = Ki
Ts

τi + Ts

(
τi

τi + Ts

)n
, i ∈ {m, v}. (4.3)

Nous posons :
Ti = τi

τi + Ts
ou τi = TiTs

1− Ti
et (4.4)

Ai = Ki(1− Ti) ou Ki = Ai
1− Ti

. (4.5)

La substitution des équations (4.3), (4.4) et (4.5) dans (4.2) donne

F [n] =
(
AmT

n
m + AvT

n
v

)
∗ c[n].

Cette relation met en évidence que les paramètres Am et Av ne peuvent être
estimés qu’à une constante multiplicative α 6= 0 près puisque nous avons :

F [n] =
(
Am
α
T n
m + Av

α
T n
v

)
∗ (αc[n]).

Ainsi, et sans perte de généralité, nous pouvons faire l’hypothèse que le profil
de concentration c∗ est unitaire, c’est-à-dire que son amplitude lors du régime
stationnaire est 1. Ceci implique que

F [n] =
(
AmT

n
m + AvT

n
v

)
∗ c∗[n] et (4.6)

Am
1− Tm

+ Av
1− Tv

= FS,

où FS est l’amplitude du régime stationnaire de F .

La présence du produit de convolution dans l’équation (4.6) rendant tout
développement supplémentaire complexe, nous proposons de le transformer en
un produit scalaire en utilisant des fonctions génératrices. Une fonction géné-
ratrice est une série polynomiale dont les coefficients sont les termes successifs
d’une séquence donnée [Meyer et Rubinfeld, 2005] :

G(s, x) =
+∞∑
n=0

s[n]xn.
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De telles fonctions ne sont définies que pour les valeurs de x pour lesquelles la
somme converge. Cet ensemble est communément appelé région de convergence
(Region Of Convergence, ROC) de la fonction génératrice :

ROCG(s) =
{
x :

+∞∑
n=0

s[n]xn converge
}
.

Les fonctions génératrices et leurs propriétés sont décrites dans l’annexe B
(page 131). Dans les paragraphes suivants, nous calculons les fonctions géné-
ratrices associées respectivement au profil de concentration unitaire c∗, puis à
la réponse impulsionnelle h et enfin à la réponse des capteurs.

Fonction génératrice associée à c∗

La fonction génératrice associée au profil de concentration c∗ est

∀x ∈ ROCG(c∗) G(c∗, x) =
+∞∑
n=0

c∗[n]xn.

Puisque le profil de concentration c∗ est inconnu, il nous est non seulement
impossible de simplifier cette équation, mais également de déterminer la région
de convergence de cette même fonction génératrice. Cependant, le fait que c∗
représente une concentration et soit donc bornée par c∗maxva nous permettre
de trouver un intervalle sur lequel nous pourrons garantir la convergence de la
fonction génératrice. Considérons les séries

smax[n] =
n∑
i=0

c∗max|xi| = c∗max

n∑
i=0
|x|i et

s[n] =
n∑
i=0

c∗[i]|xi|.

La série smax étant une série géométrique, elle converge vers une limite lmax
sur l’intervalle {x : |x| < 1} et nous avons donc :

∀x ∈]− 1, 1[,∀ε > 0,∃N ∈ N, n ≥ N ⇒
∣∣∣∣ n∑
i=0

c∗max|xn| − lmax
∣∣∣∣ ≤ ε.

De plus, nous pouvons remarquer que les séries smax et s sont croissantes :

smax[n] ≤ smax[n] + c∗max|xn+1| = smax[n+ 1]

et
s[n] ≤ s[n] + c∗[n]|xn+1| = s[n+ 1],
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et que

smax[n] =
n∑
i=0

c∗max|xn| ≥ s[n] =
n∑
i=0

c∗[i]|xi|.

Ainsi, sur l’intervalle ]− 1, 1[ où smax converge vers lmax nous avons :

lmax ≥
+∞∑
i=0

c∗[i]|xi|.

Comme s est croissante et bornée sur l’intervalle ]− 1, 1[, elle converge vers sa
limite l. Ainsi, la série ∑n≥0 c

∗[n]xn est absolument convergente sur ce même
intervalle. L’absolue convergence impliquant la convergence simple, nous pou-
vons en conclure que la série ∑n≥0 c

∗[n]xn converge sur l’intervalle ]− 1, 1[ et
ainsi que

]− 1, 1[⊂ ROCG(c∗). (4.7)

Fonction génératrice associée à h
La fonction génératrice associée à la réponse impulsionnelle est

∀x ∈ ROCG(h) G(h, x) =
∑
n≥0

(AmT nm + AvT
n
v )xn = Am

1− Tmx
+ Av

1− Tvx
et sa région de convergence est :

ROCG(h) =
{
x : |x| < min

(
1
Tm

,
1
Tv

)}
car Tm, Tv < 1. (4.8)

Fonction génératrice associée à F
La fonction génératrice associée à la réponse F d’un capteur est

∀x ∈ ROCG(F ) G(F, x) = G(c∗ ∗ h, x) = G(c∗, x)G(h, x),

et sa région de convergence est

ROCG(F ) = ROCG(c∗) ∩ROCG(h).

Les équations (4.4), Eq. (4.7) et Eq. (4.8) nous permettent d’affirmer que

{x : |x| < 1} ⊂ ROCG(F ) car Tm, Tv < 1.
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Formulation du problème
Comme les nez systèmes multicapteurs sont constitués d’un ensemble de

Ns capteurs, ils peuvent être modélisés par des systèmes ayant une entrée et
plusieurs sorties (Single Input Multiple Ouput system, SIMO system). Leur
entrée est le profil de concentration c∗[n] et leurs sorties sont les réponses des
différents capteurs Fi pour i ∈ J1; NsK. Le calcul des fonctions génératrices
associées à chaque réponse Fi donne le système :

G(Fi, x) =
(

Am,i
1− Tm,ix

+ Av,i
1− Tv,ix

)
G(c∗, x).

Il est possible de déterminer G(c∗, x) en utilisant la première équation (pour
i = 1)

G(c∗, x) = G(F1, x)
Am,1

1−Tm,1x + Av,1
1−Tv,1x

puis en substituant son expression dans les autres (pour i ∈ J2; NsK) nous
obtenons

G(Fi, x) =
(

Am,i
1− Tm,ix

+ Av,i
1− Tv,ix

)
G(F1, x)

Am,1
1−Tm,1x + Av,1

1−Tv,1x

.

Ainsi, par construction, les différents paramètres Ai,v et Ti,v peuvent être esti-
més en résolvant le problème d’optimisation :

argmin ∑
x∈X

∥∥∥∥∥GH(x) G(F1,x)
Am,1

1−Tm,1x
+

Av,1
1−Tv,1x

− F (x)
∥∥∥∥∥

s. c. :
∀i ∈ J1; NsK Tm,i ∈]0; 1[ et Tv,i ∈]0; 1[
∀i ∈ J1; NsK Am,i < 0
∀i ∈ J1; NsK

Am,i
1−Tm,i + Av,i

1−Tv,i = FS,i

(4.9)

où

GH(x) =


Am,2

1−Tm,2x + Av,2
1−Tv,2x...

Am,Ns
1−Tm,Nsx

+ Av,Ns
1−Tv,Nsx

 ,

F (x) =


G(F2, x)

...
G(FNs , x)

 ,
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l’ensemble X des éléments pour lesquels la somme est calculée est un sous-
ensemble de dimension finie de

[−10
−ε−log(M)

N , 10
−ε−log(M)

N ],

et M est la valeur maximale des réponses des capteurs. Cet ensemble permet,
comme expliqué dans l’annexe B (page 131), de garantir que les fonctions
génératrices GF (Fi, x) sont estimées avec une précision 10−ε.

Toute distance pourrait être utilisée dans le problème d’optimisation (4.9).
Sans perte de généralité, nous avons utilisé la distance Euclidienne.

4.3 Comparaison de métaheuristiques pour la
résolution du problème

Ce problème d’optimisation ne pouvant pas être résolu de manière ana-
lytique, n’étant pas convexe et ayant plusieurs minima locaux, l’utilisation
d’algorithmes d’optimisation numériques, appelés métaheuristiques, est l’ap-
proche la plus appropriée pour le résoudre. Dans cette section, nous compa-
rons les performances de techniques classiques de l’état de l’art sur ce pro-
blème : recuit simulé (Simulated Annealing, SA), stratégies d’évolution (λ+µ)
((λ+ µ)-Evolution Strategy, ES) et optimisation par essaim particulaire (Par-
ticule Swarm Optimization, PSO). Ces métaheuristiques sont décrites dans
l’annexe C (page 135). Les performances de ces méthodes sont évaluées selon
deux critères :

1. Leur précision, c’est-à-dire leur capacité à approcher la solution optimale.
Les véritables valeurs des différents paramètres n’étant pas connues, nous
considérons qu’une méthode est plus précise qu’une autre si, à la fin
du processus d’optimisation, elle fournit une plus petite valeur de la
fonction objectif (4.9). La métrique utilisée pour mesurer la précision
d’une métaheuristique est donc la fraction d’exemples pour laquelle cette
dernière a déterminé la solution ayant la plus petite valeur de fonction
objectif.

2. Leur reproductibilité, c’est-à-dire leur capacité à trouver la même solu-
tion si plusieurs processus d’optimisation sont effectués. Ce critère est
très important ici car d’une part les méthodes employées mettent en
jeu des nombres aléatoires et d’autre part, pour maximiser les perfor-
mances des algorithmes d’apprentissage, le bruit doit être le plus faible
possible pour garantir les meilleures performances. La métrique utilisée
pour quantifier ce critère est obtenue en moyennant, sur tous les exemples
de la base de données, la variance obtenue après avoir effectué 10 fois le
processus d’optimisation sur chaque exemple.
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La méthode la plus appropriée est donc celle ayant la plus grande précision et
la plus petite variance.

Les résultats expérimentaux décrits dans la table 4.1 ont été obtenus après
25000 évaluations de la fonction objectif. L’ensemble X est composé de 320
valeurs linéairement espacées dans l’intervalle

[−10
−ε−log(M)

N , 10
−ε−log(M)

N ]

(320 correspond à 10 fois le nombre de paramètres : 4 paramètres pour chacun
des 8 capteurs composant le système multicapteurs) avec ε = 16 correspon-
dant au nombre de chiffres significatifs des nombres codés en virgule flottante
double précision [ANSI/IEEE, 2008]. Les différentes valeurs des paramètres
des métaheuristiques ont été déterminées empiriquement. La température T
de SA diminuait de 1% toutes les 100 évaluations de la fonction objectif, les
paramètres λ et µ de SA valaient respectivement 100 et 40, le nombre de par-
ticules de PSO était de 100, les coefficients d’inertie, d’accélération cognitive
et d’accélération sociale étaient respectivement de 0, 729, 1, 1494 et 1, 1494 et
une topologie de voisinage en anneau a été utilisée. Si au cours du processus
d’optimisation, une solution candidate ne satisfait pas les contraintes, celle-ci
est projetée dans l’espace réalisable. Les constantes de temps sont projetées en
leur affectant la valeur possible la plus proche tandis que les amplitudes sont
projetées en les multipliant par une constante αi

αi = FS,i
Am,i

1−Tm,i + Av,i
1−Tv,i

, i ∈ J1; NsK

de telle sorte que

αiAm,i
1− Tm,i

+ αiAv,i
1− Tv,i

= αi
( Am,i

1− Tm,i
+ Av,i

1− Tv,i

)
= FS,i.

À la fin du processus d’optimisation, les paramètres Km, Kv, τm, τv sont ob-
tenus en utilisant les équations (4.4) et (4.5).

La figure 4.2 montre l’évolution de la valeur de la fonction objectif de la
meilleure solution trouvée pour 10 répétitions du processus d’optimisation sur
un exemple de la base constituée des toxiques chimiques (voir section 1.2.2).
Pour cette application, cette figure montre que PSO est non seulement la mé-
thode la plus précise, mais également la plus reproductible. Des résultats plus
quantitatifs, et surtout obtenus sur les bases de données complètes sont donnés
dans la table 4.1. Ces résultats mettent en évidence que PSO est la méthode
la plus précise sur les trois jeux de données utilisés et la plus reproductible
sur les deux premiers, tandis que SA obtient de meilleurs résultats, qui restent
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Table 4.1 – Performances des métaheuristiques.

Précision Variance

SA 1,4% Ki 64
τi 0,14

(λ+ µ)-ES 16,3% Ki 51
τi 0,09

PSO 82,3% Ki 49
τi 0,08

(a) Performances des métaheuristiques sur la base de données constituée
des toxiques chimiques.

Précision Variance

SA 4,4% Ki 164
τi 0,12

(λ+ µ)-ES 38,3% Ki 150
τi 0,07

PSO 57,3% Ki 82
τi 0,04

(b) Performances des métaheuristiques sur la base de données constituée
des capsules de café.

Précision Variance

SA 2,4% Ki 123
τi 0,17

(λ+ µ)-ES 36,6% Ki 103
τi 0,12

PSO 61,0% Ki 105
τi 0,14

(c) Performances des métaheuristiques sur la base de données constituée
du DMMP et du 4-NT.
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(a) Recuit simulé

(b) Stratégie d’évolution (λ+ µ)

(c) Optimisation par essaim particulaire

Figure 4.2 – Évolution de la valeur de la fonction objectif de la meilleure
solution trouvée.
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néanmoins très proches de ceux de PSO en termes de reproductibilité sur la
base de données constituée du DMMP et du 4-NT.

Sur la base de cette étude, nous choisissons PSO pour estimer les différents
paramètres. Nous nous intéressons, dans le paragraphe suivant, au choix du
nombre de particules et d’itérations.

Choix du nombre de particules et d’itérations de PSO

Pour déterminer le nombre de particules et d’itérations de PSO, nous pro-
posons de mesurer ses performances, à la fois en termes de précision et de
reproductibilité, pour différents jeux de ces paramètres. La figure 4.3 présente
les résultats expérimentaux obtenus et montre que le choix de 100 particules
et de 500 itérations est un bon compromis en termes de précision, de repro-
ductibilité et de temps de calcul. Le temps de calcul est d’environ 2 secondes
pour une implémentation parallèle en C# sur un processeur Intel i7-4600U.

On remarque également, en s’intéressant aux constantes de temps, qu’une
variance proche de 0, 1 correspondant à un écart-type proche de 0, 3 sur des va-
riables d’amplitude proche de 1 correspond à un écart relatif de l’ordre de 0, 3.
Ceci signifie qu’une erreur importante est potentiellement faite sur l’estima-
tion de la valeur des constantes de temps. Concernant les gains, un écart-type
de 10 sur des variables dont l’amplitude est de l’ordre de 100 correspond à
un écart relatif de l’ordre de 10%. Ainsi, l’erreur potentiellement commise sur
les amplitudes est bien moins importante que celle qui peut être faite sur les
constantes de temps.

Bilan du chapitre
Nous avons décrit dans ce chapitre une méthode aveugle permettant d’es-

timer la valeur des paramètres des équations différentielles des contributions
massique et viscoélastique. La méthode proposée repose sur la formulation
d’un problème d’optimisation indépendant du profil de concentration c qui
nous est inconnu. Ce problème d’optimisation ne pouvant être résolu de ma-
nière analytique, nous avons comparé à la fois en termes de précision et de
reproductibilité, les performances du recuit simulé, de la stratégie d’évolution
(λ + µ) et de l’optimisation par essaim particulaire. Les résultats expérimen-
taux ont montré que PSO est l’algorithme le plus approprié pour résoudre ce
problème et ainsi estimer les paramètres des deux contributions.
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(a) Précision des résultats (logarithmique de la valeur de la fonction objectif
à la fin du processus d’optimisation).

(b) Reproductibilité des résultats pour Am et Av (variance).

(c) Reproductibilité des résultats pour Tm et Tv (variance).

Figure 4.3 – Performances de PSO pour différentes valeurs du nombre de
particules et d’itérations. Les plus petites valeurs correspondent aux meilleurs
résultats.
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Chapitre 5

Application à l’identification de
signatures chimiques et à
l’estimation de leur
concentration

Introduction
Dans ce chapitre, nous supposons que les paramètres Km, Kv, τm et τv des

contributions massique et viscoélastique sont estimés en utilisant la méthode
proposée dans le chapitre 4. Nous décrivons dans un premier temps comment
ces paramètres peuvent, en utilisant des techniques d’apprentissage supervisé,
être utilisés pour identifier des signatures chimiques. Nous proposons ensuite
une approche basée sur le principe de déconvolution et sur des techniques de
régression non paramétrique afin de déterminer le profil de concentration.

5.1 Application à l’identification de composés
chimiques

Dans cette section, nous mettons expérimentalement en évidence que les
paramètres des contributions massique et viscoélastique peuvent être employés
pour identifier des signatures chimiques. Nous donnons les résultats expérimen-
taux obtenus après un processus de validation croisée à 5 plis, en utilisant les
paramètres

Ki,m et Ki,v pour i ∈ J1; NsK
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de chaque capteur et les amplitudes en régime stationnaire

Fi,s pour i ∈ J1; NsK

de chaque capteur comme descripteurs. Ns correspond au nombre de capteurs
du réseau. Les constantes de temps n’ont pas été retenues car l’erreur po-
tentiellement commise sur ces dernières est plus importante. Les tables 5.1,
5.2 et 5.3 représentent respectivement les résultats moyens obtenus après un
processus de validation croisée à 5 plis sur les bases de données composées
des toxiques chimiques (voir section 1.2.2), des capsules de café (voir section
1.2.3) et du DMMP et du 4-NT (voir section 1.2.4). Le meilleur résultat obtenu
pour chaque couple technique de prétraitement - algorithme d’apprentissage
est indiqué en gras.

Ces tables montrent que l’utilisation des paramètres des équations diffé-
rentielles permet d’obtenir des résultats meilleurs de près de 2% sur les bases
constituées des toxiques chimiques et du DMMP et du 4-NT et de près de 5%
sur celle composée des capsules de café. Hormis sur la base de données consti-
tuée des toxiques chimiques, ces nouveaux descripteurs permettent également
d’obtenir des écarts-types comparables.

Table 5.1 – Comparaison des performances moyennes obtenues en considérant
les paramètresKm etKv comme descripteurs ainsi que les amplitudes en régime
stationnaire sur la base composée des toxiques chimiques.

Km et Kv Amplitude
Prétraitement SVM LMNN BT SVM LMNN BT
Aucun 0,939 0,934 0,935 0,921 0,913 0,906
PCA 0,944 0,958 0,935 0,927 0,930 0,913
AE 0,937 0,953 0,947 0,920 0,917 0,935

(a) Taux de classification

Km et Kv Amplitude
Prétraitement SVM LMNN BT SVM LMNN BT
Aucun 0,009 0,011 0,021 0,010 0,09 0,007
PCA 0,051 0,048 0,028 0,032 0,028 0,019
AE 0,023 0,029 0,031 0,017 0,015 0,021

(b) Écarts-types
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Table 5.2 – Comparaison des performances moyennes obtenues sur la base
composée des capsules de café.

Km et Kv Amplitude
Prétraitement SVM LMNN BT SVM LMNN BT
Aucun 0,632 0,651 0,653 0,600 0,615 0,556
PCA 0,638 0,698 0,618 0,619 0,626 0,558
AE 0,613 0,627 0,568 0,620 0,621 0,556

(a) Taux de classification

Km et Kv Amplitude
Prétraitement SVM LMNN BT SVM LMNN BT
Aucun 0,073 0,071 0,069 0,091 0,099 0,076
PCA 0,084 0,079 0,091 0,091 0,087 0,066
AE 0,071 0,074 0,071 0,087 0,082 0,073

(b) Écarts-types

Table 5.3 – Comparaison des performances moyennes obtenues sur la base
composée du DMMP et du 4-NT.

Km et Kv Amplitude
Prétraitement SVM LMNN BT SVM LMNN BT
Aucun 0,948 0,966 0,914 0,931 0,942 0,931
PCA 0,966 0,933 0,942 0,966 0,962 0,931
AE 0,983 0,942 0,933 0,966 0,931 0,966

(a) Taux de classification

Km et Kv Amplitude
Prétraitement SVM LMNN BT SVM LMNN BT
Aucun 0,049 0,041 0,053 0,060 0,066 0,049
PCA 0,029 0,048 0,037 0,032 0,029 0,021
AE 0,011 0,038 0,033 0,026 0,028 0,026

(b) Écarts-types

5.1.1 Impact des performances du processus d’optimi-
sation sur le taux de classification

Dans cette section, nous proposons de mesurer l’impact du processus d’op-
timisation décrit dans la section 4.3 sur les performances en classification. La
figure 5.1 montre l’évolution du taux moyen de classification, obtenu après un
processus de validation croisée à 5 plis, en fonction de ces deux paramètres.
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(a) Performances sur la base de données constituée des toxiques chimiques.

(b) Performances sur la base de données constituée des capsules de café.

(c) Performances sur la base de données constituée du DMMP et du 4-NT.

Figure 5.1 – Performances de PSO obtenues sans aucun prétraitement et en
utilisant LMNN pour différentes valeurs du nombre de particules et d’itéra-
tions. 74



Ces courbes ont une forme proche de celles de la figure 4.3. Ceci montre que
les performances en classification sont corrélées à la précision du processus
d’optimisation et dépendent donc de celui-ci.

Il serait intéressant d’aller plus loin dans l’étude de l’impact du processus
d’optimisation sur les performances en classification et notamment d’étudier
l’effet de la précision, en termes de distance avec la solution optimale, de
l’estimation des paramètres des deux contributions. Néanmoins, le fait que les
véritables valeurs de ces paramètres ne soient pas connues est un obstacle à la
mise en place d’études supplémentaires.

5.1.2 Fusion des descripteurs
Une analyse des exemples mal classés montre, comme l’illustre la table 5.4,

que quelle que soit la base considérée, ceux-ci ne sont pas les mêmes suivant
que les coefficients Km et Kv ou que les amplitudes en régime stationnaire
aient été utilisés pour entraîner les algorithmes d’apprentissage supervisé.

Table 5.4 – Matrices de confusion obtenues, après un processus de validation
croisée à 5 plis, sans prétraitement avec LMNN en considérant respectivement
les amplitudes et les gains comme descripteur.

Classe prédite
H2S CH3OH NH3 SO2 C7H8

H2S 0,900 0,000 0,100 0,000 0,000
Classe CH3OH 0,000 0,920 0,000 0,000 0,080
réelle NH3 0,000 0,000 0,994 0,000 0,006

SO2 0,000 0,093 0,047 0,767 0,093
C7H8 0,000 0,000 0,000 0,000 1,000

(a) Matrice de confusion obtenue en utilisant les amplitudes

Classe prédite
H2S CH3OH NH3 SO2 C7H8

H2S 1,000 0,000 0,000 0,000 0,000
Classe CH3OH 0,000 0,993 0,007 0,000 0,000
réelle NH3 0,000 0,000 1,000 0,000 0,000

SO2 0,000 0,070 0,000 0,967 0,027
C7H8 0,000 0,000 0,000 0,036 0,0964

(b) Matrice de confusion obtenue en utilisant les gains

Tenter d’expliquer ce phénomène requerrait une analyse plus approfondie des
phénomènes physiques qui ne rentre pas dans le cadre de cette étude.
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Néanmoins, cette observation motive le fait de considérer comme descrip-
teur l’union de ces deux ensembles :

Ki,m et Ki,v et Fi,s pour i ∈ J1; NsK,

et de sélectionner les variables parmi celles-ci menant aux meilleurs résultats.
Bien qu’il soit envisageable de tester les 23Ns possibilités pour de petites va-
leurs de Ns, une telle approche devient rapidement impraticable. Par exemple
pour Ns = 8, il existe plus de 16 millions de sous-ensembles possibles. C’est
pourquoi de nombreuses heuristiques ont été développées. Parmi elles, on peut
notamment citer : les algorithmes génétiques [Leardi et Gonzales, 1998] et les
techniques basées sur un diagramme de Hasse qui sont généralement préférées
aux algorithmes génétiques du fait qu’elles sont déterministes
[Derksen et Keselman, 1992].

Un diagramme de Hasse est un graphe acyclique dirigé représentant la
structure d’un ensemble. Chaque sous-ensemble de l’ensemble de référence est
représenté par un nœud. Un arc relie deux nœuds si l’un est inclus dans l’autre
et que la différence de cardinal des ensembles qu’ils représentent vaut 1. La
figure 5.2 illustre le diagramme de Hasse associé à un ensemble {V1, . . . , V4}.

Figure 5.2 – Diagramme de Hasse pour la sélection de variables.
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L’heuristique décrite dans [Derksen et Keselman, 1992] consiste en l’éva-
luation du taux d’exemples correctement classés sur la racine et de manière
récursive sur les enfants du nœud ayant produit le meilleur taux. Ce processus
récursif est arrêté lorsqu’aucun enfant n’a permis d’obtenir de meilleures per-
formances que son parent. Sur l’exemple de la figure 5.2, les performances de la
racine et de ses enfants sont d’abord évaluées (les performances sont en rouge) ;
comme le sous-ensemble {V1, V2, V3} a permis d’obtenir de meilleures perfor-
mances que son parent, alors ses enfants sont à leur tour évalués. Puisqu’au-
cun d’entre eux n’améliore le résultat, l’algorithme est arrêté et l’ensemble
{V1, V2, V3} est renvoyé. Bien que cette méthode n’ait aucune garantie de trou-
ver le sous-ensemble optimal, cette heuristique est déterministe (si la méthode
d’apprentissage supervisé l’est également) et requiert l’évaluation, dans le pire
des cas, de

1 +
N∑
i=2

Ci−1
i = 1 +

N∑
i=2

i = N(N + 1)
2 sous-ensembles.

Dans notre cas, avec Ns = 8, cette heuristique requerra au plus l’évaluation de
36 de sous-ensembles. Les tables 5.5, 5.6 et 5.7 représentent respectivement les
résultats moyens obtenus, après un processus de validation croisée à 5 plis, sur
les bases de données composées des toxiques chimiques, des capsules de café
et du DMMP et du 4-NT, en considérant la fusion des deux descripteurs et
en ayant utilisé l’heuristique de Hasse pour sélectionner les variables les plus
appropriées. Le meilleur résultat est indiqué en gras.

Table 5.5 – Performances moyennes obtenues après sélection des descripteurs
par l’heuristique de Hasse sur la base de données constituée des toxiques chi-
miques lors d’un processus de validation croisée à 5 plis.

Km, Kv et Fs
Prétraitement SVM LMNN BT
Aucun 0,963 0,962 0,959
PCA 0,969 0,975 0,955
AE 0,933 0,943 0,941

(a) Taux de classification

Km,Kv et Fs
Prétraitement SVM LMNN BT
Aucun 0,015 0,013 0,011
PCA 0,015 0,017 0,009
AE 0,017 0,011 0,012

(b) Écarts-Types
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Table 5.6 – Performances moyennes obtenues après sélection des descripteurs
par l’heuristique de Hasse sur la base de données constituée des capsules de
café lors d’un processus de validation croisée à 5 plis.

Km, Kv et Fs
Prétraitement SVM LMNN BT
Aucun 0,695 0,721 0,704
PCA 0,742 0,748 0,732
AE 0,736 0,753 0,717

(a) Taux de classification

Km,Kv et Fs
Prétraitement SVM LMNN BT
Aucun 0,064 0,059 0.045
PCA 0,059 0,051 0,048
AE 0,071 0,061 0,051

(b) Écarts-Types

Table 5.7 – Performances moyennes obtenues après sélection des descripteurs
par l’heuristique de Hasse sur la base de données constituée du DMMP et du
4-NT lors d’un processus de validation croisée à 5 plis.

Km, Kv et Fs
Prétraitement SVM LMNN BT
Aucun 0,981 0,971 0,971
PCA 0,978 0,957 0,934
AE 0,981 0,984 0,933

(a) Taux de classification

Km,Kv et Fs
Prétraitement SVM LMNN BT
Aucun 0,011 0,009 0,006
PCA 0,013 0,013 0,011
AE 0,011 0,009 0,019

(b) Écarts-Types

Ces résultats sont révélateurs de l’intérêt de fusionner les deux types de
descripteurs et de sélectionner les variables les plus appropriées. Plus quanti-
tativement, cette approche permet, tout en réduisant l’écart-type, d’améliorer
les résultats de près de 5% sur les bases constituées des toxiques chimiques et
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du DMMP et du 4-NT par rapport à ceux obtenus en utilisant les techniques
de l’état de l’art et de près de 7% sur la base constituée des capsules de café.

5.2 Application à l’estimation du profil de concen-
tration

5.2.1 Déconvolution
L’estimation des paramètres Km, Kv, τm et τv permet de calculer la série

temporelle correspondant à la réponse impulsionnelle des capteurs en utilisant
l’équation (4.3). Étant donné que la réponse Fi d’un capteur et que sa réponse
impulsionnelle hi sont connues et que l’on a pour i ∈ J1; NsK

Fi = hi ∗ c∗,

il est possible de déterminer la série temporelle c∗ correspondant au profil de
concentration unitaire en effectuant une opération de déconvolution. Remar-
quons tout d’abord que

Fi[n] = hi[0]c∗[n] + hi[1]c∗[n− 1] + ...+ hi[N ]c∗[n−N ].

Cette équation peut être écrite pour chaque capteur sous forme matricielle :

Fi = Hic
∗

où

Hi =



hi[0] 0 · · · · · · · · · 0
hi[1] hi[0] 0 ...
hi[2] hi[1] hi[0] 0 ...
... . . . . . . ...
... . . . 0

hi[N ] . . . . . . . . . hi[1] hi[0]


.

L’empilement de ces équations pour chaque capteur donne :
F1
F2
...

FNs

 =


H1
H2
...

HM

 c∗ ou F = Hc∗

et
c∗ = (HTH)−1HTF.
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Cependant, comme les réponses des capteurs F sont bruitées, l’utilisation de
cette relation pour déterminer c∗ produit également des résultats bruités. Pour
augmenter le rapport signal sur bruit de c∗, nous proposons d’ajouter un terme
de régularisation consistant à minimiser l’amplitude des dérivées d’ordre 2.
Dans certaines circonstances, il peut également être intéressant d’ajouter des
connaissances a priori sur le profil de concentration, par exemple c∗[0] = 0.
Ainsi, une approche préférable pour estimer c∗ consiste à résoudre le problème
d’optimisation : 

argmin ||F −Hc∗||2 + k||Dc∗||2
s. c. :

sc∗ = d
(5.1)

où k > 0 est le coefficient de régularisation, s est un vecteur permettant
d’exprimer les connaissances a priori. Par exemple, si M désigne le nombre
d’échantillons disponibles des séries Fi, pour c∗[0] = 0 on a

s = [1 0 . . . 0]1×M et d = 0.

D est quant à elle la matrice de différenciation d’ordre 2. Cette matrice est la
matrice triangulaire supérieure de Toeplitz générée par le vecteur

[1 − 2 1 0 . . . 0]1×M .

Ce problème d’optimisation peut être résolu de manière analytique en uti-
lisant la méthode des multiplicateurs de Lagrange [Rockafellar, 2006]. Le La-
grangien est :

L(c∗, λ) = ||F −Hc∗||2 + k||Dc∗||2 + λ(sc∗ − d)

= FTF − 2c∗THTF + c∗T
(
HTH + kDTD

)
c∗ + λ(sc∗ − d)

où λ est un multiplicateur de Lagrange. Le calcul de son gradient donne
[Peterson et Pederson, 2012] :


∂L(c∗,λ)
∂c∗

= −2HTF + 2
(
HTH + kDTD

)
c∗ + λsT

∂L(c∗,λ)
∂λ

= sc∗ − d

et ce gradient s’annule pour :

[
c∗

λ

]
=
[
2HTH + 2kDTD sT

s 0

]−1 [2HTF
d

]
. (5.2)
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Aspects algorithmiques

L’inconvénient de l’équation (5.2) réside dans le fait qu’elle nécessite de cal-
culer la matrice de Gram 2HTH + 2kDTD. Or, de manière générale de telles
matrices ont souvent un important coefficient de conditionnement (condition
number). Ce coefficient est défini comme étant le rapport de la plus grande
valeur propre sur la plus petite valeur propre d’une matrice. Une règle empi-
rique affirme que la précision perdue lors de l’inversion d’une matrice dont le
coefficient de conditionnement est 10k est de k décimales [Higham, 1996]. Sur
les exemples de la base de données des toxiques chimiques, ce coefficient peut
prendre des valeurs jusqu’à plus de 1014. Ainsi, si les calculs sont effectués en
utilisant des nombres à virgule flottante double précision, la formule (5.2) ne
permet pas d’obtenir plus de 1 décimale, et ainsi les concentrations les plus
faibles ne peuvent pas être estimées avec moins de 10% d’erreur.

Si M désigne le nombre d’échantillons disponibles des séries Fi et Nc re-
présente le nombre de contraintes, alors nous pouvons remédier à ce problème
en posant :

A =
[ √

2H√
2kD

]
et b =

[
F

0M×1

]
,

de telle sorte que :
ATA = 2HTH + 2kDTD.

Une décomposition QR [Golub, 1983] donne :

sT = Q
[

RNc×Nc

0(M−Nc)×Nc

]
. (5.3)

Posons :

AQ =
[
A1(M+Nc)×Nc A2(M+Nc)×(M−Nc)

]
et QTc∗ =

[
yNc×1

z(M−Nc)×1

]
. (5.4)

L’équation (5.3) donne

s =
[
RT

0

]
QT d’où sc∗ =

[
RT

0

]
QTc∗,

la substitution de l’équation (5.4) mène à

sc∗ =
[
RT

0

] [
y
z

]
= RTy. (5.5)

Par ailleurs, nous avons

AQQTc∗ = A1y + A2z. (5.6)
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La substitution des équations (5.5) et (5.6) dans le problème d’optimisa-
tion (5.1) donne :

argmin ||F −A1y + A2z||2
sous la contrainte :

RTy = d

Ainsi, y est déterminé à partir de RTy = d : y = RT−1
d et z est obtenu en

résolvant le problème d’optimisation :
z = argmin||A2z − (A1y − F )||2

soit
z = A2

†(A1y − F )
où A2

† représente la pseudo-inverse de la matrice A2. Pour finir, y et z étant
connus, on a

c∗ = Q
[
y
z

]
.

Cette méthode, bien que plus complexe que le calcul direct, ne nécessite pas le
calcul de la matrice de Gram et est moins sujette aux problèmes de stabilité
numérique.

Influence du coefficient de régularisation k

La figure 5.3 montre l’estimation du profil de concentration c∗ lorsque les
capteurs sont exposés à 10 ppm d’ammoniac pour plusieurs valeurs du coeffi-
cient de régularisation k.

Figure 5.3 – Résultats de l’opération de déconvolution pour différentes valeurs
de k lorsque les capteurs sont exposés à 10 ppm d’ammoniac.
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Cette figure est révélatrice de l’influence du coefficient de régularisation k :
une faible valeur de k donne un résultat bruité tandis qu’une grande valeur
produit un résultat très lisse non représentatif de la réalité. Il est donc légitime
de se poser la question du choix optimal de k. Dans le cadre plus général des
problèmes des moindres carrés régularisés, l’auteur de [Hansen, 2000] tente d’y
apporter une réponse. L’heuristique proposée, appelée méthode de la courbe
L (L curve) consiste à tracer la courbe paramétrée par k donnée par

{
x(k) = ||F −Hc∗(k)||
y(k) = ||Dc∗(k)||

et à déterminer la valeur optimale de k correspondant au coin de cette même
courbe. Un exemple de la courbe L est donné par la figure 5.4.

Figure 5.4 – L curve associée à l’exemple précédent.

Ce point est caractérisé comme étant celui où la courbure de cette courbe est
maximale. La figure 5.5 représente la courbure de la courbe 5.4 obtenue en
utilisant les équations (5.7).
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Figure 5.5 – Courbure de la figure 5.4.

La courbure, donnée par

γ(k) = x′(k)y′′(k)− x′′(k)y′(k)
(x′(k)2 + y′(k)2) 3

2
,

peut être numériquement estimée, comme le montre la figure 5.5, en prenant :

x′(k) ≈ x(k + ε)− x(k)
ε

,

x′′(k) ≈ x′(k + ε)− x′(k)
ε

,

y′(k) ≈ y(k + ε)− y(k)
ε

,

y′′(k) ≈ y′(k + ε)− y′(k)
ε

,

(5.7)

pour de petites valeurs de ε. La valeur optimale de k peut donc être déterminée
en maximisant γ(k) à l’aide d’une montée de gradient :

∇γ ≈ γ(k + ε)− γ(k)
ε

.

La figure 5.6 montre le résultat de la méthode de déconvolution, sur le même
exemple que la figure 5.3, en utilisant la valeur de k déterminée par la méthode
de la courbe L.
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Figure 5.6 – Résultats de l’opération de déconvolution lorsque les capteurs
sont exposés à 10 ppm d’ammoniac avec le coefficient de régularisation optimal
k = 11840.

5.2.2 Techniques de régression non paramétrique

Le profil de concentration unitaire c∗ étant connu, pour déterminer le véri-
table profil de concentration

c = αc∗,

il est nécessaire de déterminer le coefficient α introduit dans l’équation (4.2)
qui n’est autre que la concentration en régime stationnaire (puisque dans ce
cas c∗ = 1). Il s’agit d’un problème de régression consistant, à partir des
paramètres Km, Kv et Fs de chaque capteur, à construire une fonction f telle
que

c = f(Ki,m, Ki,v, Fi,s) + ε pour i ∈ J1; NsK

où ε est un terme représentant une erreur. La fonction f nous étant inconnue,
les techniques de régression non paramétrique sont les seules envisageables.
Parmi elles, on peut notamment citer :

– Les réseaux de neurones, tels que décrits dans la section 2.3.2, n’ayant
qu’un neurone de sortie correspondant à la valeur estimée de c.

– Les méthodes de régression à noyaux et notamment le modèle de Nadaraya-
Waston [Bierens, 1994]. Ce modèle consiste, à partir de n exemples d’ap-
prentissage (Xi, Yi) pour i ∈ J1; nK, à estimer f comme étant une moyenne
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pondérée des exemples d’apprentissage :

f(x) =

n∑
i=1

K(Xi, x)Yi
n∑
i=1

K(Xi, x)

où K est une fonction noyau. Les noyaux couramment utilisés dans le
cadre des problèmes de régression sont :
– les noyaux Gaussiens

Kh(y, x) = e−h||y−x||;

– les noyaux logistiques

Kh(y, x) = 1
2 + e−h||y−x|| + eh||y−x||

;

– les noyaux sigmoïdes

Kh(y, x) = 1
e−h||y−x|| + eh||y−x||

,

h étant un paramètre influençant la largeur des noyaux.
La table 5.8 compare les performances moyennes de ces différentes mé-

thodes sur la base constituée des toxiques chimiques (1.2.2). Chaque résultat a
été obtenu, après un processus de validation croisée à 5 plis, en effectuant une
recherche sur une grille afin de déterminer la meilleure architecture du réseau
ou le paramètre h optimal. La métrique utilisée pour juger de l’optimalité de
ces paramètres n’est autre que l’erreur relative moyenne accumulée sur les Nt

exemples de la base de test :

err = 1
Nt

Nt∑
i=1

(
ci − f(xi)

ci

)2

.

Les descripteurs utilisés sont les paramètres Km, Kv et Fs de chaque cap-
teur. Une étape de sélection de variables, utilisant la méthode décrite dans la
section 5.1.2, a également été effectuée de manière à trouver le sous-ensemble
le plus approprié.

Table 5.8 – Performances moyennes des méthodes de régression non paramé-
trique sur la base de données constituée des toxiques chimiques.

Erreur relative Écart-type
Réseau de neurones 11,7% 6,2%

Régression à noyaux
Noyau Gaussien 9,3% 3,1%
Noyau logistique 6,2% 3,4%
Noyau sigmoïde 6,5% 3,4%
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Ces résultats expérimentaux mettent en évidence l’intérêt des méthodes de
régression à noyaux pour l’estimation de la concentration. Bien que les résultats
dépendent de la fonction noyau choisie, ceux-ci sont supérieurs à ceux obtenus
en utilisant un réseau de neurones tandis que leur écart-type est inférieur. La
figure 5.7 illustre les résultats des étapes successives du processus d’estimation
du profil de concentration :

a ) Acquisition des signaux : les capteurs sont exposés à 10 ppm d’ammo-
niac les 10 premières secondes et à 6 ppm d’ammoniac les 10 dernières
secondes.

b ) Estimation des réponses impulsionnelles en utilisant la méthode décrite
dans le chapitre 4 et en n’utilisant que les 10 premières secondes des
signaux.

c ) Détermination du profil de concentration c en utilisant la méthode
décrite dans la section 5.2.

Bilan du chapitre
Dans ce chapitre, nous avons montré que les paramètres Km, Kv, τm et τv

des contributions massique et viscoélastique, estimés en utilisant la méthode
proposée dans le chapitre 4, peuvent être appliqués à l’identification de signa-
tures chimiques et à l’estimation de la concentration. Utilisés comme descrip-
teurs, ceux-ci ont permis, sur les trois bases de données, d’obtenir des résultats
meilleurs que ceux obtenus en utilisant l’amplitude en régime stationnaire des
signaux seule. La fusion de ces deux types de descripteurs et la sélection des
variables les plus appropriées grâce à une méthode basée sur un diagramme de
Hasse a permis une augmentation plus significative de ces résultats.

Plus quantitativement, l’approche proposée dans ce chapitre permet d’amé-
liorer les résultats de près de 5% sur les bases constituées des toxiques chi-
miques et du DMMP et du 4-NT par rapport à ceux obtenus en utilisant les
techniques de l’état de l’art et de près de 7% sur la base constituée des cap-
sules de café. Ces paramètres permettent également, en utilisant des techniques
de déconvolution et de régression non paramétrique, de déterminer, avec une
erreur relative inférieure à 10%, le profil temporel de concentration.
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(a) Acquisition des signaux.

(b) Estimation des réponses impulsionnelles.

(c) Détermination du profil de concentration.

Figure 5.7 – Processus d’estimation du profil de concentration.
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Chapitre 6

Méthode de sélection des
fonctionnalisations des capteurs

Introduction

Dans la section 1.1.3 (page 12), nous avons vu que l’approche multicap-
teurs a pour objectif d’augmenter la sélectivité du dispositif utilisé, et donc ses
possibilités d’identification. Dans un contexte industriel, le coût ou le temps
de fabrication de tels dispositifs pouvant être élevé, nous proposons dans cette
section une méthode permettant de sélectionner les fonctionnalisations les plus
appropriées pour identifier des composés chimiques sous contrainte de coût. Le
nombre de capteurs utilisés dans les approches de type nez électrique pouvant
potentiellement être élevé, rendant les recherches exhaustives impossibles, nous
proposons dans ce chapitre un algorithme glouton interprétable, de complexité
linéaire, permettant de répondre à ce problème.

6.1 Définition d’un critère de séparabilité

Les équations (4.1) montrent que, comme l’illustre la figure 6.1, lorsque le
régime stationnaire est atteint, les amplitudes des contributions massique et
viscoélastique sont des fonctions linéaires de la concentration. On a en effet :

{
Fm = Kmc
Fv = Kvc

.
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Figure 6.1 – Évolution des amplitudes des contributions massique et visco-
élastique d’un capteur fonctionnalisé (OH)+ et exposé à du toluène.

L’inconvénient de ce modèle théorique est qu’il ne prend pas en compte la
variabilité des réponses des capteurs. Cette variabilité est également mise en
évidence par la figure 6.1. Cette dernière montre que, pour une concentration
donnée, les amplitudes des deux contributions ont une légère dispersion. Par
exemple, pour un capteur fonctionnalisé (OH)+ exposé à du toluène à 6 ppm la
dispersion est de près de 100 Hz. Pour remédier à ce problème, nous proposons
de modéliser l’amplitude des contributions en régime stationnaire en utilisant
des intervalles :

{
βmc+ γm,− ≤ Fm ≤ βmc+ γm,+
βvc+ γv,− ≤ Fv ≤ βvc+ γv,+

. (6.1)

Les paramètres βm et βv sont obtenus en effectuant une régression linéaire de
degré 1 sur les couples (c, Fm) et (c, Fv), tandis que les paramètres

γm,−, γm,+ et γv,−, γv,+

sont choisis de telle sorte que tous les exemples vérifient les équations (6.1),
hormis les potentielles valeurs aberrantes détectées en employant des méthodes
d’identification d’outliers [Kriegel et al., 2010]. La figure 6.1 illustre ce modèle.
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Figure 6.2 – Intervalles dans lesquels évoluent les amplitudes des contribu-
tions massique et viscoélastique d’un capteur fonctionnalisé (OH)+ et exposé
à du toluène.

Pour deux composés chimiques a et b, nous définissons la région de confu-
sion massique comme étant l’intervalle

Confm = [min(c1, c2); max(c1, c2)]

où c1 et c2 sont respectivement les solutions positives, si elles existent, des
équations

βm,ac1 + γm,−,a = βm,bc1 + γm,+,b (6.2)

et
βm,bc2 + γm,−,b = βm,ac2 + γm,+,a. (6.3)

De manière similaire, nous définissons également la région de confusion visco-
élastique comme étant l’intervalle

Confv = [min(c3, c4); max(c3, c4)]

où c3 et c4 sont respectivement les solutions positives, si elles existent, des
équations

βv,ac3 + γv,−,a = βv,bc3 + γv,+,b (6.4)

et
βv,bc4 + γv,−,b = βv,ac4 + γv,+,a. (6.5)
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S’il n’existe pas de solutions positives à ces équations, nous avons alors Confm =
∅ et Confv = ∅. Ces deux régions peuvent être interprétées, comme l’illustre
la figure 6.3, comme étant l’intervalle de concentration sur lequel les inter-
valles (6.1) s’intersectent. Puisque les composés chimiques a et b sont identi-
fiables si l’une de leurs contributions n’est pas identique, on en déduit le critère
de séparabilité :

Confm ∩ Confv = ∅.
L’intervalle Confm ∩ Confv représente l’intervalle de concentration sur lequel
les deux contributions sont identiques : il représente ainsi l’intervalle sur lequel
les deux composés chimiques ne peuvent pas être identifiés. La figure 6.3 illustre
les régions de confusion massique et viscoélastique associées aux réponses d’un
capteur fonctionnalisé (OH)+ exposé à du toluène (indice 1) et à du dioxyde
de soufre (indice 2). Dans cet exemple, nous avons

Confm = [2, 30; 3, 53] et Confv = [2, 41; 3, 68]

d’où Confm∩Confv = [2, 41; 3, 53]. Ainsi un capteur fonctionnalisé (OH)+ ne
permet pas d’identifier du toluène et du dioxyde de soufre pour des concentra-
tions dans l’intervalle [2, 41; 3, 53]. Dans la section suivante, nous montrerons
comment utiliser cet intervalle pour sélectionner les fonctionnalisations les plus
appropriées à un problème donné.

Figure 6.3 – Régions de confusion massique et viscoélastique associées aux
réponses d’un capteur fonctionnalisé (OH)+ exposé à du toluène (indice 1) et
à du dioxyde de soufre (indice 2).
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6.2 Proposition d’un algorithme glouton pour
la sélection de capteurs

6.2.1 Formulation du problème sous la forme d’un pro-
blème d’optimisation

Dans cette section, nous formulons la question de la sélection des fonction-
nalisations sous contrainte de coût sous la forme d’un problème d’optimisation
en variable binaire. L’objectif consiste à déterminer les fonctionnalisations les
plus appropriées pour identifier un ensemble G de composés chimiques parmi
un ensemble F de Nf fonctionnalisations distinctes notées fi pour i ∈ J1; NfK
sans connaître les taux de classification obtenables avec chacune d’entre elles.
Soient les nombres ci représentant les coûts des fonctionnalisations fi et soit
Cmax le coût maximal autorisé. Nous supposerons également que le système
employé peut contenir jusqu’à Ns capteurs et que, bien qu’il existe des sys-
tèmes où les fonctionnalisations sont doublées pour augmenter leur robustesse,
les fonctionnalisations sont différentes deux à deux. Dans le cas contraire, il
suffit de diviser le nombre de capteurs par 2. Pour indiquer si une fonctionna-
lisation est choisie ou non, nous utilisons un codage binaire : l’état de la iième
fonctionnalisation xi vaut 1 si celle-ci est choisie ou 0 dans le cas contraire.
Ainsi, les fonctionnalisations choisies sont complètement décrites par le vecteur
X = [x1 . . . xNf ] avec ∀ i ∈ J1; NfK, xi ∈ {0, 1}.

Avec ces notations et ces définitions, la question de la sélection des fonction-
nalisations sous contrainte de coût peut se formuler sous la forme du problème
d’optimisation : 

argmax z(X)
s. c. :
Nf∑
i=1

xici ≤ Cmax
Nf∑
i=1

xi ≤ Ns

La fonction z est une fonction objectif permettant de mesurer les performances
du vecteur X. Par exemple, z peut être le taux de classification obtenu en
employant les méthodes décrites dans la section sur les fonctionnalisations
correspondant à xi ∀ i ∈ J1; NfK.

6.2.2 Algorithme glouton
Dans cette section, nous proposons un algorithme glouton de complexité

linéaire permettant de résoudre ce problème. La complexité linéaire est ici pri-
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mordiale car l’évaluation d’un vecteur X nécessite d’estimer les paramètres
des deux contributions, de sélectionner les variables les plus appropriées et
d’entraîner, pour chaque ensemble de variables considéré, au moins 5 fois l’al-
gorithme d’apprentissage, et peut ainsi prendre plusieurs heures. Une recherche

exhaustive, nécessitant
Nf∑
i=1

CNs
i évaluations de la fonction objectif est donc in-

envisageable.

Dans la suite de ce manuscrit, nous notons Confi,a,b l’intersection des ré-
gions de confusion d’une fonctionnalisation i exposée aux composés chimiques
a et b telle que décrite dans la section 6.1 ; et nous définissons

Confi =
⋃

(a,b)∈G
a6=b

Confi,a,b.

Cet intervalle représente les concentrations pour lesquelles un composé chi-
mique de l’ensemble G peut être confondu avec un autre de ce même ensemble.
Si Confi = ∅ alors il est possible d’identifier, sans erreur, les composés de G.
Nous notons

L(A) = sup(A)− inf(A)

la largeur d’un intervalle A et, pour un ensemble fini d’intervalles Ai indexé
par i et disjoints deux à deux, nous avons

L(
⋃
i

Ai) =
∑
i

L(Ai).

Si les intervalles ne sont pas disjoints deux à deux, alors il est nécessaire de
simplifier l’union avant de calculer sa largeur. Par exemple :

L([2; 5] ∪ [3; 4]) = L([2; 5]) = 3 6= L([2; 5]) + (L[3; 4]) = 4.

L’algorithme glouton proposé est motivé par le fait, comme l’illustre la
figure 6.4, que plus la largeur de l’intervalle Confi est faible, plus les perfor-
mances que permet d’obtenir cette fonctionnalisation sont importantes.
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Figure 6.4 – Taux de classification en fonction de la largeur de l’intervalle de
confusion.

L’algorithme glouton proposé consiste à

1. déterminer l’intervalle de confusion pour chaque fonctionnalisation,

2. ajouter à l’ensemble des fonctionnalisations déjà sélectionnées celle ayant
le plus petit intervalle de confusion et vérifiant les contraintes ; et à

3. réitérer ce processus tant qu’une amélioration de la fonction objectif est
observée.

L’algorithme 1 donne le pseudo-code de la méthode proposée.

6.2.3 Analyse de l’algorithme

Le nombre de calculs nécessaires pour déterminer les L(Confi) croît de
manière linéaire avec le nombre de capteurs et de manière quadratique avec le
nombre de composés chimiques puisqu’il faut considérer tous les couples de ces
derniers. Cependant, le temps de calcul nécessaire pour résoudre les équations
linéaires à une inconnue (6.2), (6.3), (6.4) et (6.5) étant négligeable devant le
temps requis pour évaluer les performances d’un ensemble de capteurs, l’intérêt
de cet algorithme réside dans le fait qu’il ne nécessite dans le pire des cas queNs

évaluations de la fonction objectif, contre 2Ns−1 pour la recherche exhaustive.
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Procédure SélectionFonctionnalisations(Nf , c, Cmax, Ns)
. Nf : nombre de fonctionnalisations
. c : tableau contenant le coût de chaque fonctionnalisation
. Cmax : coût maximal autorisé
. Ns : nombre de capteurs que le dispositif peut accueillir
X = [0 . . . 0]1×Nf
Ctot = 0
Ntot = 0
Score = 0
Pour i de 1 à Nf faire

Calcul de Conf [i]
Fin Pour
Trier Conf par ordre croissant
Pour i de 1 à Nf faire

Si Ntot + 1 ≤ Ns ET Ctot + c[i] ≤ Cmax Alors
Xeval = X
Xeval,i = 1
Si z(Xeval) > Score Alors

Score = z(Xeval)
Xi = 1
Ctot = Ctot + c[i]
Ntot = Ntot + 1

Fin Si
Fin Si

Fin Pour
Retourner X

Fin

Algorithme 1: Algorithme de sélection des fonctionnalisations.

6.3 Résultats expérimentaux

Les résultats décrits dans cette section ont été obtenus en utilisant la
base de données composée des toxiques chimiques. Celle-ci est constituée des
réponses de capteurs ayant pour fonctionnalisation : OH, (OH)+, φ − Cl,
φ−NO2, SH3OH, NHx, caproïque et butylamine, en présence de 5 composés
chimiques (voir section 1.2.2 page 13). Les coûts de ces fonctionnalisations, cor-
respondant aux temps de fabrication en heures, sont donnés dans la table 6.1.
Le problème consiste ici à choisir au maximum 8 fonctionnalisations permet-
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tant d’identifier ces 5 composés.

Table 6.1 – Coût des différentes fonctionnalisations

Fonctionnalisation Coût en heures
OH 5
(OH)+ 5
φ− Cl 5,25
φ−NO2 15
caproïque 5,5
SO3H 5,5
NHx 4
butylamine 5,75

La table 6.2 donne les fonctionnalisations choisies et les performances moyennes
en classification obtenues, après un processus de validation croisée à 5 plis, avec
LMNN pour différentes valeurs du coût C exprimé en heures.

Table 6.2 – Fonctionnalisations sélectionnées pour différentes contraintes de
coût sur la base de données constituée des toxiques chimiques.

Cmax Fonctionnalisations Score moyen
15 caproïque, (OH)+ et NHx 0,738
25 SO3H, (OH)+, OH et φ− Cl 0,913
35 caproïque, φ−NO2, (OH)+, NHx et φ− Cl 0,966

Ces résultats expérimentaux montrent notamment qu’il est possible d’obtenir
des résultats proches de ceux décrits dans la section 5.1.2 en utilisant moins
de capteurs et en réduisant de ce fait le coût du système.

Il peut être mis en évidence que, comme la plupart des algorithmes glou-
tons, celui-ci n’est pas optimal. Dans le cas Cmax = 15, une recherche ex-
haustive montre que le choix des fonctionnalisations OH, (OH)+ et NHx
permet d’obtenir un score supérieur à celui obtenu avec caproïque, (OH)+ et
NHx de près de 10%. Néanmoins, l’intérêt de cet algorithme réside dans sa
complexité linéaire : une implémentation en Matlab sur un processeur Intel
i7-4600U montre que celui-ci est en pratique jusqu’à 50 fois plus rapide qu’une
recherche exhaustive. Cette propriété à d’autant plus d’intérêt que la riche chi-
mie du carbone permet la création de plusieurs dizaines de fonctionnalisations
différentes [Tard, 2013] rendant toutes recherches exhaustives inenvisageables.
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L’algorithme proposé dans cette section nécessite de connaître la concen-
tration des exemples de la base d’apprentissage. Lorsque cette concentration
n’est pas connue, comme c’est le cas pour les bases de données constituées des
capsules de café et du DMMP et du 4-NT, la solution envisageable consiste à
effectuer une recherche exhaustive : dans le pire des cas il n’y a respectivement
que 15 et 255 possibilités. Les résultats expérimentaux moyens, obtenus après
un processus de validation croisée à 5 plis, sont donnés dans les tables 6.2 et
6.4.

Table 6.3 – Fonctionnalisations sélectionnées pour différentes contraintes de
coût sur la base de données constituée des capsules de café.

Cmax Fonctionnalisations Score moyen
5 OH 0,302
10 φ− Cl 0,493
15 SO3H, φ− Cl 0,563

Table 6.4 – Fonctionnalisations sélectionnées pour différentes contraintes de
coût sur la base de données constituée du DMMP et du 4-NT.

Cmax Fonctionnalisations Score moyen
15 caproïque, φ− Cl 0,742
25 caproïque, φ− Cl, et butylamine 0,791
35 caproïque, φ− Cl, (OH)+, et butylamine 0,811

Bilan du chapitre
Dans ce chapitre, nous avons décrit un algorithme glouton, interprétable et

de complexité linéaire permettant, si la concentration des exemples de la base
d’apprentissage est connue, de déterminer les fonctionnalisations les plus ap-
propriées pour résoudre des problèmes d’identification de composés chimiques
sous contrainte de coût. Cet algorithme permet notamment de déterminer l’en-
semble optimal avec une erreur de moins de 10% tout en s’exécutant près de 50
fois plus rapidement qu’une recherche exhaustive. Les résultats expérimentaux
ont également montré qu’il est possible d’obtenir des résultats proches de ceux
décrits dans la section 5.1.2 en utilisant moins de capteurs et en réduisant de
ce fait le coût du système.
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Conclusion de la deuxième partie
Dans cette partie, nous avons exploité les équations différentielles (4.1) pour

proposer un nouveau type de descripteur, se rapprochant des caractéristiques
du descripteur idéal, permettant à la fois d’identifier des composés chimiques
et d’estimer leur concentration.

Après avoir formulé l’estimation des gains et des constantes de temps
des contributions massique et viscoélastique comme étant la solution d’un
problème d’optimisation sous contraintes, l’utilisation de métaheuristiques de
l’état de l’art pour résoudre ce problème a été examinée.

Il a été expérimentalement établi que, sur les bases de données considé-
rées dans cette étude, l’optimisation par essaim particulaire est la méthode la
plus appropriée, à la fois en termes de précision et de reproductibilité, pour
résoudre ce problème et donc pour estimer les paramètres des deux contri-
butions. L’utilisation de ces paramètres comme descripteurs en entrée d’algo-
rithmes d’apprentissage supervisé, dans le contexte de l’identification de signa-
tures chimiques, a permis une amélioration de plus de 2% des performances
par rapport à celles obtenues en utilisant les techniques de l’état de l’art. Il a
également été mis en évidence expérimentalement que la fusion de ces descrip-
teurs avec les traditionnelles amplitudes des signaux en régime stationnaire
a permis, en utilisant une heuristique de sélection de variables basée sur un
diagramme de Hasse, une amélioration de près de 5% des performances.

Une technique permettant d’estimer le profil de concentration a également
été proposée. Celle-ci, basée sur des techniques de déconvolution et de ré-
gression non paramétrique, permet d’obtenir non seulement des informations
quantitatives sur la concentration, mais également des informations concer-
nant ses variations temporelles. Il a été montré expérimentalement que cette
méthode permet d’estimer la concentration d’un composé chimique pur avec
moins de 10% d’erreur relative.

Enfin, un algorithme glouton interprétable et de complexité linéaire a été
décrit pour déterminer les fonctionnalisations les plus appropriées pour ré-
soudre un problème donné. Celui-ci a notamment montré que les performances
obtenues sur la base de données constituée du DMMP et 4-NT peuvent être
maintenues en utilisant 7 fonctionnalisations différentes tandis que ceux ob-
tenus sur la base de données composée des toxiques chimiques peuvent être
maintenues en n’utilisant que 6 fonctionnalisations, réduisant de ce fait le coût
du dispositif.
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Troisième partie

Vers l’identification des
composés d’un mélange de

composés chimiques
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Introduction
Dans cette partie, nous introduisons les principaux problèmes liés à l’iden-

tification de mélanges de composés chimiques et nous évaluons expérimentale-
ment les approches proposées pour y répondre.

Le chapitre 7 introduit les principales typologies des problèmes d’identifi-
cation de mélanges ainsi que les approches existantes pour les résoudre et les
performances de ces dernières sont ensuite expérimentalement évaluées. Puis,
des approches phénoménologiques, propres aux capteurs SAW, sont proposées
pour modéliser leur réponse lorsque ceux-ci sont exposés à un mélange de gaz.
Enfin, la vérification expérimentale de la validité de ces modèles conclut ce
chapitre.

Le chapitre 8 s’appuie fortement sur les résultats établis expérimentalement
dans le chapitre 7. Il décrit une méthode permettant de déterminer le nombre
de constituants d’un mélange. Cette méthode consiste à linéariser le modèle de
la réponse des capteurs à un mélange, à estimer ces paramètres en les considé-
rant comme les solutions d’un problème d’optimisation et à utiliser les résidus
comme entrées d’un algorithme d’apprentissage supervisé. Les performances
de cette méthode sont ensuite expérimentalement évaluées dans le cas de mé-
langes simples constitués d’au plus trois composés. Pour finir, nous montrons
comment l’utilisation de la connaissance du nombre de composés d’un mélange
permet d’améliorer, dans le contexte des problèmes de reconnaissance, le taux
de classification.
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Chapitre 7

Problématiques liées à
l’identification des mélanges de
composés chimiques

Introduction
Dans ce chapitre, nous décrivons qualitativement les problématiques liées

à l’identification des mélanges de gaz. Nous discuterons successivement de la
complétude de la base d’apprentissage et de la potentielle connaissance a priori
du nombre de composés présents dans le mélange. Les différentes approches
décrites seront ensuite comparées expérimentalement. Pour finir, une modéli-
sation phénoménologique de la réponse des SAW à un mélange sera proposée.

7.1 Typologie des problèmes et des approches
pour l’identification de mélanges

7.1.1 Exhaustivité de la base d’apprentissage
Le premier élément identifié comme étant capital pour identifier des mé-

langes est l’exhaustivité de la base d’apprentissage, c’est-à-dire la présence
d’exemples correspondant à tous les mélanges envisageables. Ainsi, deux ap-
proches peuvent être formulées selon que des acquisitions des réponses des
capteurs aux mélanges d’intérêt aient été réalisées ou non.

De manière générale, la première approche nécessite un nombre d’expé-
riences conséquent d’autant plus que chaque expérience requiert plusieurs ac-
quisitions de signaux . Par exemple, une borne supérieure peut être donnée si
l’on désire identifier tous les mélanges possibles composés d’au plus Ng compo-
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sés chimiques purs, la première approche nécessite d’effectuer Ng expériences
tandis que la seconde en nécessite 2Ng − 1. Si de plus des acquisitions à Nc

différentes concentrations doivent être réalisées de manière à avoir une base de
données représentative, alors la première approche nécessite NgNc expériences
tandis que la seconde en nécessite (Nc + 1)Ng − 1.

Il faut toutefois remarquer que bien qu’une base de données ne contienne
pas d’exemple de toutes les combinaisons de composés chimiques possibles,
elle peut tout de même être exhaustive et contenir des exemples de tous les
mélanges envisageables pour une application donnée. Un exemple révélateur
est celui de la base de données constituée des capsules de café (voir section 1.2.3
page 15). Les auteurs de [Flament, 2002, Clarke, 2013] font remarquer que le
café est constitué de plus de 1000 molécules différentes, et bien que notre base
d’apprentissage ne contienne qu’un certain nombre de mélanges d’entre elles,
elle est tout de même représentative des capsules d’intérêt.

7.1.2 Connaissance a priori du nombre de composés du
mélange

Le second élément identifié est la connaissance a priori du nombre de com-
posés constituant un mélange : si celui-ci est connu, il est alors possible de
réduire le nombre de possibilités. Par exemple, si l’on désire identifier un mé-
lange de n composés appartenant à un ensemble en contenant Ng, alors la
connaissance de Ng permet de réduire le nombre de possibilités de 2n − 1 à
CNg
n .

7.1.3 Problèmes et approches pour l’identification des
mélanges

Les observations précédemment décrites permettent de formuler quatre dif-
férents problèmes d’identification de mélanges :

1. Le premier problème consiste à identifier les composés d’un mélange en
ayant une base de données incomplète et aucune connaissance quant au
nombre de composés constituant le mélange. Ce problème est, à notre
connaissance, actuellement toujours ouvert.

2. Le second problème a pour objectif d’identifier les composés d’un mé-
lange en ayant une base de données incomplète et une connaissance du
nombre de composés du mélange. Ce problème est également, à notre
connaissance, actuellement toujours ouvert.

3. Le troisième problème consiste, à partir d’une base de données exhaus-
tive, à identifier des mélanges ayant un nombre inconnu de composés chi-
miques, comme c’est souvent le cas des problématiques rencontrées dans
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l’industrie agroalimentaire. L’approche la plus répandue permettant de
répondre à cette question consiste à créer une classe par mélange et à
entraîner, grâce au caractère exhaustif de la base de données, des algo-
rithmes d’apprentissage supervisé [Tang et al., 2010, Cevoli et al., 2011,
Singh et al., 2014, Kong et al., 2016].

4. Le quatrième problème consiste à identifier un mélange en ayant non
seulement une base de données exhaustive, mais également une connais-
sance du nombre de composés présents dans le mélange. Deux approches
peuvent être envisagées pour tenter de répondre à cette problématique.
La première consiste à créer une classe par mélange et à entraîner un clas-
sifieur pour chaque valeur possible du nombre de composés. Ainsi, si l’on
souhaite identifier des mélanges ayant k différentes valeurs du nombre de
composés, cette approche nécessite d’entraîner k algorithmes d’appren-
tissage supervisé multiclasses. La seconde approche consiste quant à elle
à ajouter aux descripteurs utilisés le nombre k et à entraîner un unique
classifieur.

La table 7.1 résume les principaux problèmes liés à l’identification des mélanges
et les approches associées.

Table 7.1 – Typologie des problèmes et des approches pour l’identification de
mélanges.

Exhaustivité de la base d’apprentissage
Base complète Base incomplète

Oui Entraînement de Ng classifieurs Problème ouvertConnaissance Ajout de Ng aux descripteurs
de Ng Non Création d’une classe par mélange Problème ouvert

7.1.4 Résultats expérimentaux
Pour évaluer les performances des méthodes décrites dans le cas où la base

de données est exhaustive, la base de données constituée des toxiques chimiques
(voir section 1.2.2 page 13) a été complétée en y ajoutant les mélanges binaires
H2S − CH3OH, CH3OH − NH3, H2S − NH3, NH3 − C7H8 et SO2−C7H8
à des concentrations de 4 ppm - 8 ppm et 8 ppm - 4 ppm ; et des mélanges
ternaires H2S − CH3 − NH3, H2S − NH3 − SO2 et H2S − SO2 − C7H8 à
des concentrations de 5 ppm et en suivant le protocole expérimental décrit dans
la section 1.2.2. Dans cette étude, nous nous sommes limités à des mélanges
ternaires car le banc de gaz décrit dans la section 1.2.2 (page 13) ne permet
pas de réaliser des mélanges contenant plus de 3 composés.
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La figure 7.1 montre la réponse des capteurs à un mélange composé de
sulfure d’hydrogène à 8 ppm et d’ammoniac à 4 ppm.

Figure 7.1 – Réponse des capteurs à un mélange composé de sulfure d’hydro-
gène à 8 ppm et d’ammoniac à 4 ppm.

La table 7.2 donne les résultats moyens, obtenus après un processus de va-
lidation croisée à 5 plis, des différentes approches proposées dans le cas d’une
base de données exhaustive. Ces résultats montrent que la connaissance de Ng

permet non seulement une amélioration de plus de 5% du taux de classifica-
tion, mais également une réduction de près de 2% de la variance. De plus, ces
résultats mettent en évidence que dans le cas où Ng est connu, l’ajout de ce
dernier aux descripteurs utilisés pour entraîner l’algorithme d’apprentissage
supervisé est préférable à l’entraînement de Ng classifieurs.

Table 7.2 – Performances des algorithmes proposés dans le cas d’une base de
données exhaustive.

Score moyen Écart-type

Ng connu Entraînement de Ng classifieurs 0,922 0,053
Ajout de Ng aux descripteurs 0,946 0,054

Ng inconnu Création d’une classe par mélange 0,871 0,073
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7.2 Proposition d’approches phénoménologiques
pour la modélisation de la réponse des SAW
à un mélange

Une autre problématique soulevée est celle de la modélisation de la ré-
ponse des capteurs. L’étude des différentes interactions physico-chimiques des
molécules d’un mélange avec une couche sensible en diamant fonctionnalisé est
un problème complexe sur lequel il n’y a pas de publication à ce jour. Aussi,
nous proposerons dans cette section plusieurs modèles empiriques pour mo-
déliser la réponse des capteurs à un mélange et nous vérifierons leur validité
expérimentalement.

7.2.1 Proposition de modèles empiriques
Dans cette section, nous notons Fi(ci) l’amplitude en régime stationnaire

d’un capteur exposé à un composé chimique i à la concentration ci et F l’ampli-
tude en régime stationnaire d’un capteur exposé à un mélange de Ng composés
chimiques.

Nous proposons de tester la validité d’un modèle de type somme pondérée
dont les coefficients sont représentés par les variables β :

F =
Ng∑
i=1

βiFi(ci)

et d’un modèle ayant en plus un terme d’interaction :

F =
Ng∑
i=1

βiFi(ci) +
Ng∑
i,j
i<j

βi,jFi(ci)Fj(cj).

7.2.2 Validation expérimentale des modèles
Pour juger de la validité de ces modèles, nous proposons d’identifier, par

régression linéaire, leurs paramètres β et ensuite de mesurer l’erreur relative
moyenne de ces modèles et ce pour tous les mélanges présents dans la base de
données et pour l’ensemble des 8 fonctionnalisations utilisées.

La figure 7.2 présente une partie des résultats obtenus concernant les mé-
langes binaires tandis que la figure 7.3 présente une partie de ceux obtenus
concernant les mélanges ternaires.

Plusieurs conclusions peuvent être tirées de ces résultats :

109



(a) Mélange d’ammoniac (4 ppm) et de sulfure d’hydrogène (6 ppm).

(b) Mélange d’ammoniac (6 ppm) et de méthanol (4 ppm).

(c) Mélange de dioxyde de soufre (4 ppm) et de toluène (6 ppm).

Figure 7.2 – Erreur relative pour les mélanges binaires en utilisant le modèle
de type somme pondérée (en bleu) et celui ayant un terme d’interaction (en
rouge).
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(a) Mélange d’ammoniac, de sulfure d’hydrogène et de méthanol à 5 ppm.

(b) Mélange d’ammoniac, de sulfure d’hydrogène et dioxyde de soufre à 5 ppm.

(c) Mélange de sulfure d’hydrogène, dioxyde de soufre et de toluène à 5 ppm.

Figure 7.3 – Erreur relative pour les mélanges ternaires en utilisant le modèle
de type somme pondérée (en bleu) et celui ayant un terme d’interaction (en
rouge).
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– Les coefficients β de chaque modèle dépendent de la nature des composés
présents dans le mélange.

– Les résultats obtenus en utilisant le modèle avec le terme d’interaction
sont très proches de ceux obtenus en utilisant le modèle de type somme
pondérée. De plus, les différents coefficients βa,b sont faibles (de l’ordre
de 10−5) ce qui indique que le modèle ayant le terme d’interaction n’est
pas plus représentatif de la réalité que celui qui n’en a pas.

– À l’exception de la fonctionnalisation butylamine dans le cas des mé-
langes ternaires, les résultats sont similaires pour chaque fonctionnalisa-
tion. Néanmoins, les coefficients β dépendent également de cette dernière.

– À l’exception des mélanges contenant du toluène, l’erreur relative moyenne
est de 19,7% et l’écart-type de 4,5%. Puisque jusqu’à 10% de cette erreur
peut être due à la variabilité des réponses des capteurs discutée dans la
section 1.2.5 (page 18), ces résultats semblent donc indiquer que le mo-
dèle de type somme pondérée est le plus approprié.

Le cas du toluène est ici problématique car les mélanges le contenant ne
vérifient pas les modèles proposés. Une hypothèse pouvant expliquer cette ob-
servation concerne le caractère apolaire du toluène.

En chimie, la polarité est une caractéristique décrivant la répartition des
charges négatives et positives d’une molécule. Si le barycentre des charges
positives coïncide avec celui des charges négatives alors la molécule est dite
apolaire. Dans le cas contraire, la molécule est dite polaire et présente cer-
taines spécificités. La polarité des molécules influe entre autres sur leur ca-
pacité à se mélanger : les molécules apolaires sont miscibles entre elles, les
molécules polaires sont également miscibles entre elles, mais les molécules po-
laires et les molécules apolaires ne le sont pas. La table 7.3 donne le moment
dipolaire en debyes (noté D) des molécules considérées dans ces expériences
[Wallard et al., 2005].

Table 7.3 – Moment dipolaire des molécules.

Molécule Moment dipolaire
Sulfure d’hydrogène 1,47 D
Méthanol 1,70 D
Ammoniac 1,47 D
Dioxyde de soufre 1,63 D
Toluène 0,37 D

Le moment dipolaire du toluène étant très inférieur à celui des autres mo-
lécules, celui-ci peut être considéré comme apolaire. Ainsi, le toluène n’est
pas miscible avec les autres molécules et il est probable que les interactions
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de surface au niveau de la couche sensible en diamant soient pilotées par des
phénomènes de compétition entre les molécules de toluène et les autres. Ces
phénomènes, propres aux mélanges contenant du toluène, pourraient rendre
compte du fait que le modèle proposé soit inadapté dans ces cas. D’autres ex-
périmentations, impliquant d’autres molécules apolaires, ne rentrant pas dans
le cadre de cette étude, seraient à mener pour infirmer ou valider cette hypo-
thèse.

Bilan du chapitre
Dans cette section, nous avons décrit les principales problématiques liées à

l’identification de mélanges à partir desquelles nous avons pu identifier diffé-
rentes typologies. Le caractère exhaustif de la base d’apprentissage est d’une
importance primordiale. Le cas où la base n’est pas complète reste, à l’heure
actuelle et à notre connaissance, un problème encore largement ouvert tan-
dis que dans le cas contraire des approches ont été proposées. Ces dernières
peuvent, si le nombre d’entités chimiques présentes dans le mélange est connu,
tirer parti de cette information. Les expériences réalisées ont montré que l’ajout
du nombre de composés constituant le mélange aux descripteurs permet d’aug-
menter les performances de près de 5%.

Dans un second temps, nous nous sommes intéressés à la modélisation de
la réponse des capteurs. Deux modèles ont été proposés : le premier étant de
type somme pondérée et le second ajoutant au premier un terme d’interaction.
Les expériences menées ont permis de mettre en évidence le fait que le terme
d’interaction n’apportait pas de gain et que dans le cas de mélanges sans to-
luène, le modèle de type somme pondérée permet d’obtenir une erreur relative
moyenne inférieure à 20% et semble ainsi le plus approprié pour décrire les
réponses des capteurs à un mélange.
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Chapitre 8

Estimation du nombre de
composés dans un mélange et
application à l’identification des
mélanges

Introduction
Dans le chapitre 7 nous avons vu que, dans le cas d’une base d’appren-

tissage exhaustive, les meilleurs résultats sont obtenus lorsque le nombre de
constituants des mélanges est connu. Afin de nous rapprocher de cette situation
optimale, nous proposons dans ce chapitre une méthode permettant d’estimer
le nombre de constituants d’un mélange. Le modèle de type somme pondérée
décrit dans le chapitre 7 sera d’abord étendu pour qu’il représente aussi le
régime transitoire, puis celui-ci sera linéarisé, ses paramètres seront estimés
par régression linéaire et les erreurs quadratiques moyennes des résidus seront
utilisées pour estimer le nombre de composés en utilisant des algorithmes d’ap-
prentissage supervisé. Pour finir, une présentation des résultats expérimentaux
obtenus conclura ce chapitre.

8.1 Estimation du nombre de constituants d’un
mélange

8.1.1 Extension du modèle de type somme pondérée

Nous avons vu dans la section 4.2 que la discrétisation des équations diffé-
rentielles (4.1) modélisant les contributions massique et viscoélastique donne
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pour i ∈ {m, v} :

Fi[n] = τi
τi + Ts

Fi[n− 1] +Ki
Ts

τi + Ts
c[n]

La solution de telles équations aux différences est donnée par la somme :
1. d’une solution de l’équation sans second membre

Fi[n] = τi
τi + Ts

Fi[n− 1]

de la forme
Fi[n] = Ai

(
τi

τi + Ts

)n
,

où Ai est une constante, et
2. d’une solution particulière de cette dernière. Puisque le profil de concen-

tration c n’est pas connu, aucune solution formelle ne peut être donnée.
Cette solution sera notée Pi pour i ∈ {m, v} dans le reste de cette étude.

Ainsi, la réponse F d’un capteur exposé à un composé chimique peut s’écrire

F [n] = Am

(
τm

τm + Ts

)n
+ Av

(
τv

τv + Ts

)n
+ Pm[n] + Pv[n].

En posant
Tm = τm

τm + Ts
et Tv = τv

τv + Ts
,

cette expression peut s’écrire

F [n] = AmT
n
m + AvT

n
v + Pm[n] + Pv[n]. (8.1)

Nous avons par ailleurs vu dans la section 7.2 qu’un modèle de type somme
pondérée de la forme

F [n] =
Ng∑
i=1

βiFi[n] (8.2)

est approprié pour modéliser la réponse d’un capteur SAW à un mélange. On
peut d’ailleurs remarquer que la non-validité du modèle pour les mélanges
contenant du toluène est ici informative. En effet, si le modèle n’est pas vérifié,
c’est-à-dire si l’erreur commise est importante, alors nous pouvons en conclure
que nous sommes en présence d’un mélange. La substitution de l’équation (8.1),
associée à chaque constituant du mélange dans l’équation (8.2) donne

F [n] =
Ng∑
i=1

βi
(
Am,iT

n
m,i + Av,iT

n
v,i + Pm,i[n] + Pv,i[n]

)
. (8.3)
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En enlevant tout sens physique aux différents coefficients de cette équation,
cette dernière peut s’écrire sous la forme

F [n] =
2Ng∑
i=1

AiT
n
i + P [n], (8.4)

où P [n] =
Ng∑
i=1

βi
(
Pm,i[n] + Pv,i[n]

)
tandis que les variables Ai et Ti corres-

pondent respectivement aux coefficients βiAm,i ou βiAv,i et aux coefficients
Tm,i ou Tv,i de l’équation (8.3).

L’annexe D (page 139) montre que l’équation (8.4) peut se réécrire sous la
forme :

F [n] =
2Ng∑
i=1

αiS
i
F [n] + P 2Ng−1[n] + Ps[n]. (8.5)

Les coefficient αi sont des constantes réelles, P 2Ng−1 est un polynôme de degré
2Ng − 1 et Ps est une série inconnue. SiF représente la somme cumulée d’ordre
i de la série F :

SiF =
{
F si i = 0
SSi−1

F
sinon .

8.1.2 Formulation et résolution d’un problème de ré-
gression linéaire

Dans cette section, nous supposons que N échantillons F [0], . . . , F [N − 1]
ont été numérisés à une fréquence d’échantillonnage constante. Nous définis-
sons les vecteurs F et C de taille respective N et 4Ng +N :

F =


F [0]
...

F [N − 1]

 C =



α1
...

α2Ng
p0
...

p2Ng−1

Ps[0]
...

Ps[N − 1]



.

Nous définissons également les matrices S et P de taille N × 2Ng

S =


S1
F [0] . . . S

2Ng
F [0]

... ...
S1
F [N − 1] . . . S

Ng
F [N − 1]


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P =


1 01 . . . 02Ng−1

... ... ...
1 (N − 1)1 . . . (N − 1)2Ng−1


et nous formons la matrice X de taille N × (4Ng +N) :

X =
[
S P IN

]
.

Avec ces définitions, l’équation (8.5) peut être écrite sous la forme matri-
cielle

F = XC.
Puisque le nombre de variables est plus important que le nombre d’équations
(4Ng +N variables contre N équations), il est impératif d’ajouter un terme de
régularisation pour éviter le phénomène de surapprentissage. Nous définissons
la matrice D de différenciation d’ordre 2 et de taille (N − 2)×N :

D =


−1 2 −1 0 . . . 0
0 . . . . . . . . . . . . ...
... . . . . . . . . . . . . 0
0 . . . 0 −1 2 −1


et nous formons la matrice de régularisation Γ de taille (4Ng+N−2)×(4Ng+
N) :

Γ =
[

I4Ng 04Ng×N
0(N−2)×4Ng D

]
.

La matrice identité permet d’éviter que les coefficients α et p ne deviennent
trop grands tandis que la matrice D a pour effet de lisser la séquence PS. Les
différents paramètres peuvent être estimés en résolvant le problème d’optimi-
sation suivant :

Ĉ = argmin||F −XC||2 + λ||ΓC||2 (8.6)

où λ désigne le coefficient de régularisation. Il s’agit d’un problème dit de
Tikhonov dont la solution est [Boyd et Vandenberghe, 2014] :

Ĉ = (XTX + λΓTΓ)−1XTF.

En pratique, comme la matrice de Gram XTX+λΓTΓ a un très haut coefficient
de conditionnement (de l’ordre de 1016), son inverse ne peut pas être calculée
avec précision. Pour éviter le calcul de cette matrice, nous pouvons remarquer,
comme l’indique Golub [Golub, 1983], que :

||F −XC||2 + λ||ΓC||2 =
∣∣∣∣∣
∣∣∣∣∣
[
F
0

]
−
[

X√
λΓ

]
C

∣∣∣∣∣
∣∣∣∣∣
2
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ainsi, le problème d’optimisation (8.6) est équivalent à

Ĉ = argmin

∣∣∣∣∣
∣∣∣∣∣
[
F
0

]
−
[

X√
λΓ

]
C

∣∣∣∣∣
∣∣∣∣∣
2

.

De plus, comme les éléments de X peuvent avoir des valeurs potentiellement

très élevées, le coefficient de conditionnement de la matrice
[

X√
λΓ

]
peut être

diminué en normalisant les lignes de X. Plus formellement, si xi,j désigne les
éléments de cette matrice, nous définissons le vecteur

wN×1 =


1

max(|x1,_|)...
1

max(|xN,_|)


dont les éléments sont l’inverse du maximum en valeur absolue de chaque ligne
de la matrice X. Nous définissons également la matrice de normalisation

W = 11×(4Ng+N) ⊗ w.

Puis, Ĉ peut être estimé en résolvant le problème d’optimisation suivant :

Ĉ = argmin

∣∣∣∣∣
∣∣∣∣∣
[
F �W

0

]
−
[
X�W√

λΓ

]
C

∣∣∣∣∣
∣∣∣∣∣
2

.

dont la solution est donnée par :

Ĉ =
[
X�W√

λΓ

]† [
F �W

0

]
. (8.7)

Dans ces équations, ⊗ désigne le produit de Kronecker et � désigne le produit
d’Hadamard.

Dans le reste de cette étude, nous notons R les résidus et nous les définissons
par

R = F −XĈ. (8.8)

L’erreur quadratique moyenne (Mean squared Error, MSE) est ensuite donnée
par

MSE = 1
N

N−1∑
i=0

R[i]2.
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8.2 Résultats expérimentaux
Dans cette section, nous donnons les résultats obtenus concernant l’estima-

tion du nombre de composés d’un mélange en utilisant l’amplitude en régime
stationnaire des capteurs et l’ensemble des erreurs quadratiques moyennes cal-
culées à partir des équations (8.7) et (8.8) pour Ng = 1, 2, 3, et pour chaque
capteur comme entrées d’algorithmes d’apprentissage supervisé. Dans le pre-
mier cas, les descripteurs sont

x = (FS,1, . . . , FS,Ns)

où Ns désigne le nombre de capteurs et FS l’amplitude de la réponse des
capteurs en régime stationnaire. Dans le second cas, les descripteurs sont

x =(MSE1,Ng=1, . . . ,MSE1,Ng=3, . . . ,MSENs,Ng=1, . . . ,MSENs,Ng=3)

où MSEi,Ng=k est l’erreur quadratique moyenne du iième capteur calculée à
partir des équations (8.7) et (8.8) pour Ng = k. Les tables 8.1 et 8.2 donnent
les performances moyennes obtenues après un processus de validation croisé à 5
plis en utilisant respectivement les amplitudes en régime stationnaire et les er-
reurs quadratiques moyennes. Dans le premier cas, les performances moyennes
sont de 90,6% et l’écart-type de 3,5% tandis que dans le second, la moyenne
est de 82,6% et l’écart-type de 6,6%.

Table 8.1 – Performances moyennes obtenues lors d’un processus de validation
croisée à 5 plis en utilisant les amplitudes en régime stationnaire et un SVM
Gaussien.

Nombre estimé de composés
1 2 3

Nombre réel 1 0,880 0,050 0,070
de composés 2 0,120 0,860 0,020

3 0,000 0,020 0,980

Table 8.2 – Performances moyennes obtenues lors d’un processus de validation
croisée à 5 plis en utilisant les erreurs quadratiques moyennes et un SVM
Gaussien.

Nombre estimé de composés
1 2 3

Nombre réel 1 0,830 0,080 0,090
de composés 2 0,100 0,810 0,090

2 0,010 0,060 0,840
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Ces résultats montrent que les descripteurs proposés dans ce chapitre sont
moins performants que les amplitudes en régime stationnaire des signaux. On
peut s’interroger sur les origines de ces résultats. Un élément de réponse est
apporté par le rapport signal sur bruit (Signal to Noise Ratio, SNR). En ef-
fet, de manière à rendre les erreurs quadratiques moyennes comparables, les
signaux considérés doivent avoir un SNR similaire. La table 8.3 présente les
résultats d’une analyse statistique du SNR en décibel (dB) des signaux.

Table 8.3 – Analyse statistique du rapport signal sur bruit des signaux en
dB.

Minimum Moyenne Maximum Écart-type
Ng = 1 9,5 14,1 17,3 2,1
Ng = 2 8,6 16,7 17,0 2,2
Ng = 3 12,2 15,1 16,3 1,7

Ces résultats montrent que, bien que les signaux soient en moyenne de bonne
qualité (SNR > 10 dB), la dispersion du SNR ainsi que son écart-type est rela-
tivement important puisqu’une augmentation de 3 dB signifie que l’amplitude
du bruit est doublée.

Toutefois, une analyse des exemples mal classés montre que ceux -ci ne sont
pas les mêmes dans les deux cas. La non interprétabilité des descripteurs et
des algorithmes d’apprentissage supervisé rend l’analyse de cette observation
complexe et sort du cadre de cette étude. Elle motive cependant le fait de
fusionner ces descripteurs. La table 8.4 donne les résultats ainsi obtenus en
utilisant un autoencodeur et un ensemble d’arbres de décision : la moyenne est
de 94,7% et l’écart-type de 2,9%.

Table 8.4 – Performances moyennes obtenues lors d’un processus de valida-
tion croisée à 5 plis en utilisant les amplitudes en régime stationnaire et les
erreurs quadratiques moyennes avec un autoencodeur et un ensemble d’arbres
de décision.

Nombre estimé de composés
1 2 3

Nombre réel 1 0,940 0,040 0,020
de composés 2 0,040 0,950 0,010

2 0,048 0,000 0,952

Ces résultats montrent que les performances peuvent tout de même être
améliorées de près de 4%.
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Influence du coefficient de régularisation
Les résultats décrits jusqu’à présent ont été obtenus avec λ = 10. Dans

cette section, nous évaluons l’influence du coefficient de régularisation sur le
taux de classification. La méthode de la courbe L telle que décrite dans la
section 5.2.1 page 82 n’est pas exploitable ici, car pour pouvoir comparer les
erreurs quadratiques moyennes, celles-ci doivent toutes avoir été calculées avec
la même valeur de λ. La figure 8.1 illustre l’évolution du taux moyen de clas-
sification en fonction de λ et montre qu’excepté pour λ < 5, ce coefficient n’a
que très peu d’influence sur le taux de classification. Celui-ci est donc fixé à
10.

Figure 8.1 – Influence de λ sur le taux de classification.

8.3 Application à l’identification de mélanges
Nous avons vu dans la section 7.1.4 que la connaissance du nombre de

constituants d’un mélange permet, en ajoutant cette connaissance aux descrip-
teurs, d’améliorer le taux d’identification. Dans cette section, nous vérifions si
cette observation est encore valable lorsque le nombre de constituants est es-
timé. La base de données utilisée dans cette section est celle constituée des
toxiques chimiques et des mélanges binaires et ternaires de ces derniers telle
que décrite dans la section 7.1.4. Cette approche n’a été validée que pour des
mélanges binaires ou ternaires car le banc de gaz décrit dans la section 1.2.2
page 13 ne permet pas de réaliser des mélanges ayant plus de 3 composés. Le
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nombre de composés Ng a d’abord été estimé en utilisant la méthode décrite
dans la section 8.1 et un classifieur a ensuite été entraîné, en créant une classe
par mélange, pour identifier ces derniers à partir des descripteurs

x = (Ng, FS,1, . . . , FS,Ns).

La table 8.5 montre les résultats ainsi obtenus après un processus de validation
croisée à 5 plis, et les compare à ceux obtenus lorsque Ng est inconnu. Elle met
en évidence que l’estimation de Ng permet d’améliorer les performances de près
de 2% tout en réduisant la variance de près de 1% et ainsi de se rapprocher de
ceux obtenus lorsqu’il est connu.

Table 8.5 – Comparaison des performances moyennes lorsque Ng est estimé.

Score moyen Écart-type
Ng inconnu 0,871 0,073
Ng estimé 0,895 0,066
Ng connu 0,946 0,054

Bilan du chapitre
Étant donné que l’intérêt de la connaissance du nombre Ng de constituants

d’un mélange a été démontré dans le chapitre 7, nous avons proposé une mé-
thode permettant d’estimer ce dernier. Expérimentalement, et dans le cas des
mélanges simples ayant au plus 3 constituants, il a été montré que la fusion de
erreurs quadratiques moyennes et des amplitudes en régime stationnaire per-
met d’atteindre des performances de près de 94% contre 90% pour l’utilisation
des amplitudes en régime stationnaire seules. Il a également été expérimentale-
ment mis en évidence que l’utilisation de l’estimation de Ng permet d’améliorer
les performances en identification de près de 2%.
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Conclusion de la troisième partie
Dans cette section, nous avons d’abord décrit les typologies des différents

problèmes d’identification de mélanges. Nous avons vu que ces problèmes
peuvent être caractérisés par deux propriétés : le caractère exhaustif de la
base d’apprentissage et la connaissance du nombre de constituants du mé-
lange. Si les problèmes ne disposant pas de base d’apprentissage exhaustive
restent encore ouverts, plusieurs approches ont été proposées pour résoudre
ceux en ayant une. Parmi ces derniers, nous avons pu mettre en évidence l’in-
térêt qu’a la connaissance du nombre de composés du mélange : celui-ci permet
en effet d’améliorer les performances de près de 5%.

Nous avons également proposé des modèles phénoménologiques pour repré-
senter la réponse d’un capteur SAW à un mélange. Il a été mis en évidence
expérimentalement que le modèle de type somme pondérée est plus représen-
tatif que celui ayant en plus un terme d’interaction, car bien qu’ayant moins
de paramètres, il est tout aussi précis que le second. Il permet notamment
de représenter la réponse des capteurs avec une erreur moyenne de près de
20%. Toutefois, leur validité est moins affirmée pour les mélanges contenant
du toluène.

Enfin, puisque l’intérêt de la connaissance du nombre de constituants d’un
mélange a été démontré, nous avons proposé une méthode permettant d’esti-
mer le nombre de composés d’un mélange. Cette méthode consiste à linéariser
le modèle de la réponse des capteurs à un mélange, à estimer ces paramètres en
les considérant comme les solutions d’un problème d’optimisation et à utiliser
les résidus comme entrée d’un algorithme d’apprentissage supervisé. Expéri-
mentalement, et dans le cas des mélanges simples ayant au plus 3 constituants,
nous avons établi que ces nouveaux descripteurs, fusionnés avec les amplitudes
en régime stationnaire, permettent d’estimer le nombre de constituants avec
une précision de près de 95%. Enfin, nous avons montré que l’utilisation de
cette connaissance permet d’améliorer, dans le contexte des problèmes d’iden-
tification, de près de 2% les résultats et ainsi de se rapprocher de ceux obtenus
lorsque le nombre de constituants des mélanges est connu.
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Conclusion générale

Les capteurs à ondes acoustiques de surface offrent à la fois des seuils de
sensibilité extrêmement bas et la possibilité de détecter un grand nombre de
composés chimiques du fait de leur transduction gravimétrique. Leur sélecti-
vité est néanmoins très dépendante de la couche sensible utilisée. L’utilisation
de films minces de diamant comme couche sensible offre la possibilité d’obte-
nir des fonctionnalisations de surface très variées compte tenu du fait que la
chimie du carbone est très riche. La variété des fonctionnalisations de surface
permet ainsi de créer des réseaux de capteurs possédant des affinités chimiques
différentes. Cette approche multicapteurs et multiparamétrique est au centre
des techniques de reconnaissance de signatures chimiques développée dans ces
travaux.

Les limitations des techniques multiparamétriques de l’état de l’art identi-
fiées dans le chapitre 3 ont motivé les travaux consistant à estimer les para-
mètres des contributions massique et viscoélastique. Bien qu’étant dépendant
de la concentration, ces paramètres, en plus de l’avantage d’avoir un sens phy-
sique et d’être interprétables, portent des informations à la fois sur le régime
transitoire et sur le régime stationnaire. Ils sont également indépendants du
profil de concentration, appartiennent également à un espace de dimension
plus grand que la majorité des descripteurs proposés dans la littérature et per-
mettent de déterminer le profil temporel de concentration.

L’approche proposée et validée expérimentalement consiste à estimer ces
paramètres en les considérant comme des solutions d’un problème d’optimisa-
tion. La formulation de ce dernier fait l’objet du chapitre 4 de ce manuscrit.
Ce problème ne pouvant être résolu de manière analytique, les performances
en termes de précision et de reproductibilité du recuit simulé, de la stratégie
d’évolution (λ + µ) et de l’optimisation par essaim particulaire ont été com-
parées. Sur la base de cette étude, il s’est révélé que l’optimisation par essaim
particulaire est la métaheuristique la plus appropriée parmi les trois pour ré-
soudre ce problème et ainsi pour estimer les paramètres des deux contributions.

Pour traiter la problématique de l’identification de signatures chimiques,
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nous avons montré dans le chapitre 5 l’intérêt de l’utilisation de ces paramètres
comme descripteurs en entrée d’algorithmes d’apprentissage supervisé sur des
jeux de données obtenus dans un environnement de laboratoire, dans un en-
vironnement partiellement contrôlé et dans un environnement non contrôlé.
Nous avons ainsi mis en évidence que l’utilisation des paramètres Km et Kv

permet d’obtenir de meilleurs résultats que ceux de l’état de l’art, et ce pour
les trois bases de données considérées dans cette étude. De plus, la fusion de
ces paramètres avec les amplitudes en régime stationnaire des réponses des
capteurs et la sélection des variables les plus appropriées grâce à une méthode
basée sur un diagramme de Hasse a permis une augmentation plus significative
de ces résultats. Plus quantitativement, l’approche proposée dans ce chapitre
permet d’améliorer les résultats de près de 5% sur les bases constituées des
toxiques chimiques et du DMMP et du 4-NT par rapport à ceux obtenus en
utilisant les techniques de l’état de l’art et de près de 7% sur la base constituée
des capsules de café. Par ailleurs, et contrairement aux descripteurs proposés
dans la littérature, ceux introduits dans ces travaux apportent une information
temporelle concernant l’évolution de la concentration des composés chimiques.
Ils permettent notamment, en utilisant des techniques de déconvolution et de
régression à noyaux, de déterminer avec une erreur relative inférieure à 10% le
profil temporel de concentration.

Le choix des couches sensibles a un impact majeur sur les performances des
systèmes multicapteurs. Ceci a donc motivé les travaux portant sur la sélec-
tion de fonctionnalisations décrits dans le chapitre 6. Ces travaux ont consisté
en la formulation d’un algorithme glouton, interprétable et de complexité li-
néaire permettant, si la concentration des exemples de la base d’apprentissage
est connue, de déterminer les fonctionnalisations les plus appropriées pour ré-
soudre des problèmes d’identification de composés chimiques sous contrainte
de coût. Nous avons appliqué cet algorithme sur les bases de données utili-
sées dans cette étude et montré que celui-ci est jusqu’à 50 fois plus rapide
qu’une recherche exhaustive. Notons également qu’il est possible d’obtenir des
résultats satisfaisant en n’utilisant qu’un faible nombre de capteurs appropriés,
réduisant de ce fait le coût du système.

Cette étude se termine en abordant les problématiques liées à l’identifi-
cation des mélanges. Dans le chapitre 7, nous proposons un modèle de type
somme pondérée pour représenter la réponse d’un capteur à un mélange et,
bien que la polarité des molécules semble avoir un impact sur celui-ci, le va-
lidons expérimentalement. Ce chapitre détaille également les typologies des
différents problèmes de reconnaissance de mélanges et met expérimentalement
en évidence, dans le cas où la base d’apprentissage est exhaustive, l’intérêt de
la connaissance a priori du nombre de constituants du mélange. Celui-ci per-
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met en effet d’améliorer les performances en classification de près de 5%. Cette
observation a motivé les travaux décrits dans le chapitre 8. Dans ce chapitre,
nous proposons une méthode permettant d’estimer le nombre de constituants
d’un mélange. Cette dernière consiste à linéariser le modèle introduit dans le
chapitre 7, puis à formuler un problème de régression linéaire et à utiliser les
erreurs quadratiques moyennes comme entrées d’algorithmes d’apprentissage
supervisé. Dans le cas des mélanges simples ayant au plus trois constituants,
il a été expérimentalement montré que la fusion de ces erreurs quadratiques et
des amplitudes en régime stationnaire permet d’atteindre des performances de
près de 94% contre 90% pour l’utilisation des amplitudes en régime station-
naire seules. De plus, nous avons montré que l’utilisation de cette connaissance
permet d’améliorer de près de 2% les résultats dans le contexte des problèmes
d’identification, et ainsi de se rapprocher de ceux obtenus lorsque le nombre
de constituants des mélanges est connu.

Les résultats des travaux de recherche objet de cette thèse ouvrent de
nombreuses perspectives pour l’utilisation de capteurs à ondes acoustiques
de surface ayant une couche sensible en diamant fonctionnalisé pour l’iden-
tification de signatures chimiques. En effet, plusieurs axes de travaux futurs
peuvent être envisagés. Les méthodes de l’état de l’art décrites dans le cha-
pitre 3 concernent uniquement celles ayant trouvé, à l’heure actuelle, des ap-
plications à des problématiques d’identification de composés chimiques. Une
comparaison plus approfondie, incluant notamment des algorithmes d’appren-
tissage supervisé encore non appliqué à ce problème tels que les forêts aléa-
toires [Breiman, 2001], XGBoost [Chen et Guestrin, 2016] ou des réseaux de
neurones profonds [Goodfellow et al., 2016] devrait être conduite. Pour rendre
possible l’application des réseaux de capteurs à des problématiques réelles,
hors de conditions de laboratoires, il serait nécessaire de modéliser l’impact
des variables d’environnement que sont la température et l’humidité sur la
réponse des capteurs SAW. Ces travaux peuvent être soit d’ordre physique
et consister en la formulation d’un modèle physique permettant de modéli-
ser l’impact de la température et de l’humidité sur la réponse des capteurs,
soit d’ordre mathématique et informatique et consister en la formulation d’un
modèle de type boîte noire. L’objectif est ici de pouvoir introduire des mé-
thodes plus robustes aux variations des variables de l’environnement. De plus,
une étude des variations des propriétés physiques de la couche sensible dans
le temps est à conduire. Ces variations, dues à des réactions chimiques entre
la couche sensible et les molécules cibles, provoquent un changement de la ré-
ponse des capteurs dans le temps. Pour passer outre ce problème, les systèmes
existants [Rousier et al., 2012] nécessitent de changer les capteurs à intervalle
de temps régulier. Une analyse physique ou de type boîte noire pourrait per-
mettre de modéliser ces phénomènes et de concevoir des algorithmes robustes
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à ceux-ci permettant ainsi de conserver les mêmes capteurs, ce qui, dans un
contexte industriel, permettrait de réduire les coûts de maintenance. Le cha-
pitre 7 ayant mis en évidence que l’identification de mélanges reste un pro-
blème ouvert lorsque la base d’apprentissage n’est pas exhaustive, des études
plus approfondies des différentes interactions physico-chimiques des molécules
d’un mélange avec la couche sensible et la formulation d’un modèle associé
permettront d’étendre le problème d’estimation des paramètres des différentes
contributions au cas des mélanges. Un autre axe de recherche envisageable
consiste à développer des couches sensibles plus sélectives de manière à aug-
menter les capacités de discrimination du système multicapteurs.
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Annexe A

Processus linéaires temps
invariant et réponse
impulsionnelle

Dans cette annexe, nous décrivons les principales propriétés des processus 1

linéaires temps invariant et de leur réponse impulsionnelle. Il s’agit d’un résumé
de [Oppenheim et Schafer, 2009].

A.1 Processus linéaires temps invariant

Soit S un processus transformant un signal d’entrée discret ei[n] en un
signal de sortie discret si[n] tel que

S(ei[n]) = si[n].

Ce processus est dit linéaire si, pour tout i, j ∈ N, il vérifie :

S(ei[n] + kej[n]) = si[n] + ksj[n]

pour toute constante k ∈ R. Ce processus est dit temps invariant si, pour tout
i, il vérifie :

S(ei[n− n0]) = si[n− n0]

pour tout entier naturel n0. Un processus est dit linéaire temps invariant s’il
vérifie ces deux propriétés.

1. Dans la littérature, on trouve également le terme système.
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A.2 Réponse impulsionnelle
La réponse impulsionnelle h[n] d’un processus S est sa sortie lorsque son

entrée est la fonction δ de Dirac : h[n] = S(δ[n]) avec

δ[n] =
{

1 si n = 0
0 sinon .

A.3 Réponse impulsionnelle et processus li-
néaires temps invariant

La réponse impulsionnelle joue un rôle fondamental dans la théorie des
processus linéaires temps invariant. En effet, en remarquant que tout signal
d’entrée ei peut s’écrire sous la forme :

ei[n] =
+∞∑
k=0

ei[k]δ[n− k],

nous avons
si[n] = S

( +∞∑
k=0

ei[k]δ[n− k]
)
,

Le fait que le processus soit linéaire conduit à :

si[n] =
+∞∑
k=0

ei[k]S(δ[n− k]),

et la propriété d’invariance à :

si[n] =
+∞∑
k=0

ei[k]h[n− k] = ei[n] ∗ h[n].

Ainsi, tout système linéaire temps invariant peut être caractérisé par sa réponse
impulsionnelle et sa sortie n’est autre que le produit de convolution de son
entrée avec sa réponse impulsionnelle.
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Annexe B

Définition et propriétés des
fonctions génératices

B.1 Fonctions génératrices
Une fonction génératrice, telle qu’introduite par Abraham de Moivre, est

une série polynomiale dont les coefficients sont les termes successifs d’une
séquence donnée [Meyer et Rubinfeld, 2005]. Plus formellement, l’expression
analytique de la fonction génératrice G associée à une séquence s est :

G(s, x) =
+∞∑
n=0

s[n]xn.

De telles fonctions ne sont définies que pour les valeurs de x pour lesquelles la
somme converge, c’est-à-dire, pour les valeurs de x ∈ R vérifiant

∀ε > 0,∃N ∈ N, n ≥ N ⇒
∣∣∣∣ n∑
i=0

s[i]xi − l
∣∣∣∣ ≤ ε.

L’ensemble de ces valeurs est communément appelé région de convergence (Re-
gion Of Convergence, ROC) de la fonction génératrice :

ROCG(s) =
{
x :

+∞∑
n=0

s[n]xn converge
}
.

B.2 Produit de convolution
Une propriété intéressante des fonctions génératrices réside dans leur capa-

cité à transformer un produit de convolution en un produit scalaire
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[Meyer et Rubinfeld, 2005]. En effet, pour deux séquences a et b, nous avons :

G(a ∗ b, x) =
+∞∑
n=0

+∞∑
m=0

a[m]b[n−m]xn =
+∞∑
m=0

+∞∑
n=0

a[m]b[n−m]xn

=
+∞∑
m=0

a[m]
+∞∑
n=0

b[n−m]xn =
+∞∑
m=0

a[m]
+∞∑
r=0

b[r]xr+m

=
+∞∑
m=0

a[m]xm
+∞∑
r=0

a[r]xr = G(a, x)G(b, x),

et

ROCG(a∗b) = ROCG(a) ∩ROCG(b).

B.3 Approximation numérique

Une des problématiques fréquemment rencontrées lorsque l’on considère des
signaux numérisés est le fait que l’on ne dispose que de N échantillons. Dans
ce cas, la valeur d’une fonction génératice ne peut pas être calculée puisque
seul un nombre fini d’échantillons n’est disponible. Néanmoins, la fonction
génératrice associée à toute séquence s dont la valeur absolue est bornée par
M peut être estimée avec une précision ε sur l’ensemble

[−xmax, xmax] avec xmax = 10
−ε−log(M)

N .

En réalité, cette heuristique garantit que s[N ]xNmax = 10−ε. La figure B.1 re-
présente la quantité

∣∣∣∣∣
N+1∑
n=0

s[n]xn −
N∑
n=0

s[n]xn
∣∣∣∣∣

sur une échelle logarithmique pour différentes valeurs de N et x pour la sé-
quence s[n] = 5(1− e−n/25).
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Figure B.1 – Précision, en échelle logarithmique, de l’estimation de la fonction
génératrice associée à la séquence s[n] = 5(1− e−n/25).

Cette figure met en évidence que l’heuristique proposée garantit bien une
bonne approximation de la valeur de la fonction génératrice. Ici, ε = 16 ce
qui correspond à la précision atteignable avec des nombres à virgule flottante
double précision.

133



134



Annexe C

Métaheuristiques d’optimisation

Les métaheuristiques, telles que présentées dans ce document, sont des algo-
rithmes génériques, conçus pour résoudre de manière numérique et approchée
des problèmes d’optimisation de la forme :

xopt =


argmin f(x) ou argmax f(x)
s. c. :
gi(x) = 0
hi(x) ≤ 0

f étant la fonction à minimiser, gi et hi étant respectivement les contraintes
d’égalités et d’inégalités. Une solution candidate x est dite faisable, ou réali-
sable, si celle-ci vérifie toutes les contraintes, l’ensemble des solutions faisables
est noté F . Bien qu’étant critiquées pour leur absence de garantie quant à
la solution trouvée [Glover, 1997], les métaheuristiques ont montré leur in-
térêt dans de nombreux domaines [Gogna et Tayal, 2013]. On distingue gé-
néralement deux familles de métaheuristiques : les premières sont basées sur
l’évolution itérative d’une solution unique comme le recuit simulé (Simula-
ted Annealing, SA), tandis que les secondes manipulent un ensemble de solu-
tions candidates comme les stratégies d’évolution (Evolution Statregy, ES) ou
encore l’optimisation par essaim particulaire (Particle Swarm Optimization,
PSO). Bien qu’il existe actuellement plusieurs dizaines de métaheuristiques,
nous avons limité notre étude aux trois précédemment citées.

C.1 Recuit simulé
La méthode du recuit simulé, telle qu’initialement formulée dans

[Kirkpatrick et al., 1983], trouve ses origines dans le processus de recuit utilisé
en métallurgie. A partir d’une solution initiale x0, l’algorithme génère, à chaque
nouvelle itération, une solution perturbée xp de la solution courante xt en lui
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ajoutant une variable aléatoire Gaussienne centrée :

xp = xt +N (0, σ2),

le plus souvent avec µ = 0. Si la solution perturbée xp est meilleure que la
solution courante xt, celle-ci est retenue. Dans le cas contraire, celle-ci peut
quand même être retenue avec une certaine probabilité. Plus formellement, on
a :

xt+1 =


xp si f(xp) < f(xt)
xp si U(0, 1) ≤ e

f(xt)−f(xp)
T

xt sinon

T est un paramètre, décroissant au cours des itérations, de telle sorte que plus
sa valeur est élevée, plus la probabilité d’acceptation de la solution perturbée
est importante.

C.2 Stratégie d’évolution λ + µ

La stratégie d’évolution λ+µ, telle que définie dans [Schwefel, 1995], consi-
dère un ensemble de µ solutions candidates. A chaque itération, l’algorithme
génère λ nouvelles solutions en ajoutant une variable aléatoire Gaussienne cen-
trée à des solutions choisies parmi les λ premières :

xµ = xλ +N (0, σ2),

et à ne garder, à l’itération suivante, que les λ meilleures solutions candidates
parmi les λ + µ solutions courantes. Plusieurs méthodes permettant de choi-
sir les solutions à perturber ont été développées. Parmi elles, nous pouvons
notamment citer [Siarry, 2014] :

– les techniques de sélection proportionnelle ;
– les techniques de sélection par rang ;
– les techniques de sélection par tournois.

C.3 Optimisation par essaim particulaire
La méthode de l’optimisation par essaim particulaire, telle que formulée

dans [Kennedy et Eberhart, 1995], s’inspire des déplacements collectifs obser-
vés chez certains animaux sociaux tels que les poissons et les oiseaux migra-
teurs. Cette méthode considère un ensemble de solutions candidates se dépla-
çant dans l’espace de recherche en quête de l’optimum global. Leur déplacement
est influencé par trois composantes :

– Un terme d’inertie : chaque solution tend à suivre sa direction courante.
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– Une composante cognitive : chaque solution tend à se diriger vers le
meilleur emplacement par lequel elle est déjà passée.

– Une composante sociale : chaque solution tend à se diriger vers le meilleur
emplacement de ses voisins.

Plus formellement, si l’on note Xt une solution courante à l’itération t et Vt
la vitesse de cette solution alors, les équations régissant le déplacement des
solutions sont les suivantes :

Vt+1 = α1Vt + α2U(0, 1)(Pc,t −Xt) + α3U(0, 1)(Ps,t −Xt)

et
Xt+1 = Xt + Vt+1.

α1, α2 et α3 étant respectivement les coefficients d’inertie, d’accélération cogni-
tive et d’accélération sociale, Pc,t est la meilleure position connue de la particule
et Ps,t est la meilleure position de ses voisines. Le voisinage d’une particule est
défini par l’introduction d’un graphe, chaque particule correspond à un nœud
du graphe et ses voisines sont les particules qui lui sont adjacentes sur ce
graphe. La figure C.1 illustre des topologies de voisinage communément utili-
sées.

(a) Topologie totalement connectée

(b) Topologie en anneau

Figure C.1 – Exemples de topologie de voisinage.

C.4 Optimisation sous contraintes
Plusieurs stratégies ont été développées pour étendre ces algorithmes aux

problèmes avec contraintes [Siarry, 2014] :
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– La majorité des méthodes de prise en compte des contraintes sont fon-
dées sur le concept de fonctions de pénalité. Le problème initial avec
contraintes est transformé en un problème sans contrainte

xopt = argmin f(x) + p(x)

p(x)
{

= 0 si x ∈ F
> 0 sinon .

Le principal défaut de cette approche réside en la définition de la fonc-
tion de pénalité p(x). [Siarry, 2014] propose une revue des fonctions de
pénalité proposées dans la littérature.

– Une solution alternative, uniquement envisageable si l’algorithme d’op-
timisation met en jeu des nombres aléatoires, consiste à rééchantillonner
ces derniers tant que la mise à jour de la solution candidate n’appartient
pas à l’ensemble faisable.

– Une troisième méthode consiste à projeter les solutions candidates sur
l’espace des solutions faisables.

C.5 Critères d’arrêt
Les algorithmes décrits dans cette section sont itératifs. Un problème sou-

levé par de tels algorithmes est celui de leur arrêt. De nombreux critères d’arrêt
ont été proposés dans la littérature, parmi ceux-ci, on peut notamment citer :

– la durée de calcul dépasse un certain temps ;
– un nombre maximum d’itérations a été atteint ;
– la différence entre deux itérations successives est inférieure à un certain
seuil ε > 0, i.e.||xk+1 − xk|| ≤ ε ;

– la valeur de la fonction objectif atteint un certain seuil f(xk) ≤ ε ou
f(xk) ≥ ε.

[Zielinski et Laur, 2007] propose une revue complète des critères d’arrêt pro-
posés dans la littérature.

C.6 Optimisation de l’implémentation
Une caractéristique des métaheuristiques travaillant sur un ensemble de

solutions candidates est le fait que ces dernières peuvent être évaluées en pa-
rallèle. Ainsi, afin de maximiser les performances de ces algorithmes, il convient
de considérer une implémentation parallèle de ces derniers, ceci est d’autant
plus vrai qu’à l’heure actuelle, les processeurs multicœurs se sont démocratisés.
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Annexe D

Linéarisation de la réponse des
SAW à un mélange

Dans cette section, nous notons :
– P d[.] tout polynôme de degré d.
– Pk(E) l’ensemble des parties de E de cardinal égal à k.
– Sa désigne la somme cumulée de la suite a, c’est-à-dire la suite des
sommes partielles de a. Par exemple, la somme cumulée de la suite
{a[0], a[1], a[2], . . .} est la suite {a[0], a[0] + a[1], a[0] + a[1] + a[2], . . .}.
Plus formellement, le iième terme de Sa est

i∑
n=0

a[n]. Nous notons aussi
Ska la somme cumulée d’ordre k :

Ska =
{
a si k = 0
SSk−1

a
sinon .

Dans cette section, nous proposons une méthode pour linéariser l’équation
modélisant la réponse d’un capteur SAW à un mélanges en faisant l’hypothèse
d’un modèle de type somme pondérée :

F [n] =
2Ng∑
i=1

AiT
n
i + P [n]. (D.1)

Avant de linéariser cette équation, nous établissons les deux propriétés sui-
vantes.
Propriété 1 : le terme général de la somme cumulée d’une suite dont le terme
général est un polynôme de degré d est un polynôme de degré d+ 1.
Preuve : cette propriété est une conséquence directe de la formule de Faulha-
ber qui établit

n∑
j=1

ji = 1
i+ 1

i∑
j=0

(−1)jCj
i+1Bjni+1−j
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où Bj est le jième nombre de Bernoulli [Ireland et Rosen, 1990]. Ainsi, pour
une suite

a[n] = P d[n] =
d∑
i=0

pin
i

donnée, nous avons

Sa[n] =
n∑
j=0

d∑
i=0

pij
i =

d∑
i=0

n∑
j=0

pij
i =

d∑
i=0

(
pi0i +

n∑
j=1

pij
i
)

= p0 +
d∑
i=0

pi
1

i+ 1

i∑
j=0

(−1)jCj
i+1Bjni+1−j

=
d+1∑
i=0

pin
i = P d+1[n]. �

Propriété 2 : pour k ≥ 1, la somme cumulée d’ordre k d’une suite dont
le terme général est de la forme

N∑
i=1

air
n
i peut s’écrire

Skg [n] =
N∑
i=1

ai

(
ri

ri − 1

)k
rni + P k−1[n].

Preuve : Cette propriété peut être établie par récurrence.
Initialisation de la récurrence : cette propriété est vraie pour k = 1 puisque

S1
g [n] =

n∑
j=0

N∑
i=1

air
j
i =

N∑
i=1

n∑
j=0

air
j
i =

N∑
i=1

ai
rn+1
i − 1
ri − 1

=
N∑
i=1

ai
ri

ri − 1r
n
i −

N∑
i=1

ai
ri − 1

=
N∑
i=1

ai

(
ri

ri − 1

)1

rni + P 0[n].

Induction : supposons que la propriété est vraie pour k = l ≥ 2. Alors

Sl+1
g [n] =

n∑
j=0

Slg[i]

=
n∑
j=0

N∑
i=1

ai

(
ri

ri − 1

)l
rji + P l−1[j]

=
N∑
i=1

n∑
j=0

ai

(
ri

ri − 1

)l
rji +

n∑
j=0

aiP
l−1[j].

140



La propriété 1 amène à

Sl+1
g [n] =

N∑
i=1

ai

(
ri

ri − 1

)l
rn+1
i − 1
ri − 1 + P l[n]

=
N∑
i=1

ai

(
ri

ri − 1

)l+1

rni − ai
rli

(ri − 1)k+1 + P l[n]

=
N∑
i=1

ai

(
ri

ri − 1

)l+1

rni + P
′l[n].

Ainsi, cette propriété est aussi vraie pour k = l + 1.
Conclusion : ainsi, un raisonnement par récurrence permet d’établir que la
propriété 2 est vraie pour k ≥ 1. �

Ces deux propriétés vont nous permettre de proposer une forme linéaire de
l’équation (8.4) en calculant

F [n] +
2Ng∑
i=1

(−1)iSiF [n]
∑

I∈Pi(J1; 2NgK)

∏
j∈I

Tj − 1
Tj

.

La propriété 1, la propriété 2 et le fait que l’opérateur somme cumulée soit
linéaire amènent à :

F [n] +
2Ng∑
i=1

(−1)iSiF [n]
∑

I∈Pi(J1; 2NgK)

∏
j∈I

Tj − 1
Tj

= F [n] +
2Ng∑
i=1

(−1)i
2Ng∑
k=1

Ak

(
Tk

Tk − 1

)i
T nk

∑
I∈Pi(J1; 2NgK)

∏
j∈I

Tj − 1
Tj

+
2Ng∑
i=1

(−1)iP i−1[n]
∑

I∈Pi(J1; 2NgK)

∏
j∈I

Tj − 1
Tj

+
2Ng∑
i=1

(−1)iSiSp[n]
∑

I∈Pi(J1; 2NgK)

∏
j∈I

Tj − 1
Tj

.
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Regardons plus en détail les différents termes de l’équation D. Première-
ment, nous pouvons remarquer que le terme

2Ng∑
i=1

(−1)iP i−1[n]
∑

I∈Pi(J1; 2NgK)

∏
j∈I

Tj − 1
Tj

est une somme pondérée de polynômes de degré inférieur ou égal à 2Ng − 1.
Il s’agit donc d’un polynôme P 2Ng−1[n] de degré 2Ng − 1. Deuxièmement, le
terme

2Ng∑
i=1

(−1)iSiSp[n]
∑

I∈Pi(J1; 2NgK)

∏
j∈I

Tj − 1
Tj

est une suite indéterminée que nous considérerons par la suite comme étant
une inconnue. Pour simplifier les notations, ce terme sera noté Ps[n] dans la
suite de ce chapitre. Pour finir, nous pouvons remarquer que le terme

2Ng∑
i=1

(−1)i
2Ng∑
k=1

Ak

(
Tk

Tk − 1

)i
T nk

∑
I∈Pi(J1; 2NgK)

∏
j∈I

Tj − 1
Tj

est égal à 0. En effet, celui-ci peut être simplifié en remarquant que la somme
indexée par I peut être décomposée en deux pour i ∈ J1; 2NgK :

Ak

(
Tk

Tk − 1

)i
T nk

∑
I∈Pi(J1; 2NgK)

∏
j∈I

Tj − 1
Tj

= Ak

(
Tk

Tk − 1

)i
T nk

∑
I∈Pi−1(J1; 2NgK\{k})\{∅}

Tk − 1
Tk

∏
j∈I

Tj − 1
Tj

+ Ak

(
Tk

Tk − 1

)i
T nk

∑
I∈Pi(J1; 2NgK\{k})\{∅}

∏
j∈I

Tj − 1
Tj

= Ak

(
Tk

Tk − 1

)i−1

T nk
∑

I∈Pi−1(J1; 2NgK\{k})\{∅}

∏
j∈I

Tj − 1
Tj

+ Ak

(
Tk

Tk − 1

)i
T nk

∑
I∈Pi(J1; 2NgK\{k})\{∅}

∏
j∈I

Tj − 1
Tj

Ici, nous avons dû priver l’ensemble des parties de l’ensemble vide pour, dans
les cas i = 1 et i = 2Ng où l’ensemble des parties privé de k est l’ensemble
vide, ne pas introduire de constante du fait que, par convention, un produit
vide est égal à 1.

142



Deux cas particuliers doivent être traités :

1. i = 1⇒ Pi−1(J1; 2NgK\{k})\{∅} = ∅ ainsi

Ak

(
Tk

Tk − 1

)1

T nk
∑

I∈P1(J1; 2NgK)\{∅}

∏
j∈I

Tj − 1
Tj

= Ak

(
Tk

Tk − 1

)1

T nk
∑

I∈P1(J1; 2NgK\{k})

∏
j∈I

Tj − 1
Tj

2. i = 2Ng ⇒ Pi(J1; 2NgK\{k})\{∅} = ∅ et donc

Ak

(
Tk

Tk − 1

)2Ng

T nk
∑

I∈P2Ng (J1; 2NgK)\{∅}

∏
j∈I

Tj − 1
Tj

= Ak

(
Tk

Tk − 1

)2Ng−1

T nk
∑

I∈P2Ng−1(J1; 2NgK\{k})

∏
j∈I

Tj − 1
Tj

Par conséquent, nous avons

2Ng∑
i=1

(−1)i
2Ng∑
k=1

Ak

(
Tk

Tk − 1

)i
T nk

∑
I∈Pi(J1; 2NgK)

∏
j∈I

Tj − 1
Tj

= −
2Ng∑
k=1

Ak

(
Tk

Tk − 1

)1

T nk
∑

I∈P1(J1; 2NgK\{k})

∏
j∈I

Tj − 1
Tj

+
2Ng−1∑
i=2

(−1)i
2Ng∑
k=1

Ak

(
Tk

Tk − 1

)i−1

T nk
∑

I∈Pi−1(J1; 2NgK\{k})

∏
j∈I

Tj − 1
Tj

+ Ak

(
Tk

Tk − 1

)i
T nk

∑
I∈Pi(J1; 2NgK\{k})

∏
j∈I

Tj − 1
Tj

+
2Ng∑
k=1

Ak

(
Tk

Tk − 1

)2Ng−1

T nk
∑

I∈P2Ng−1(J1; 2NgK\{k})

∏
j∈I

Tj − 1
Tj

(D.2)

La somme
2Ng−1∑
i=2

(−1)i peut être décomposée en deux : la partie correspon-
dant aux i pairs et celle correspondant aux i impairs, les sommes obtenues
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étant télescopiques, nous avons :

2Ng−1∑
i=2

(−1)i
2Ng∑
k=1

Ak

(
Tk

Tk − 1

)i−1

T nk
∑

I∈Pi−1(J1; 2NgK\{k})

∏
j∈I

Tj − 1
Tj

+ Ak

(
Tk

Tk − 1

)i
T nk

∑
I∈Pi(J1; 2NgK\{k})

∏
j∈I

Tj − 1
Tj

=
Ng−1∑
i=1

2Ng∑
k=1

Ak

(
Tk

Tk − 1

)2i−1

T nk
∑

I∈P2i−1(J1; 2NgK\{k})

∏
j∈I

Tj − 1
Tj

+
Ng−1∑
i=1

Ak

(
Tk

Tk − 1

)2i

T nk

2Ng∑
k=1

∑
I∈P2i(J1; 2NgK\{k})

∏
j∈I

Tj − 1
Tj

−
Ng−1∑
i=1

2Ng∑
k=1

Ak

(
Tk

Tk − 1

)2i

T nk
∑

I∈P2i(J1; 2NgK\{k})

∏
j∈I

Tj − 1
Tj

−
Ng−1∑
i=1

2Ng∑
k=1

Ak

(
Tk

Tk − 1

)2i+1

T nk
∑

I∈P2i+1(J1; 2NgK\{k})

∏
j∈I

Tj − 1
Tj

=
2Ng∑
k=1

Ak

(
Tk

Tk − 1

)1

T nk
∑

I∈P1(J1; 2NgK\{k})

∏
j∈I

Tj − 1
Tj

−
2Ng∑
k=1

Ak

(
Tk

Tk − 1

)2Ng−1

T nk
∑

I∈P2Ng−1(J1; 2NgK\{k})

∏
j∈I

Tj − 1
Tj

La substitution de cette expression dans l’équation (D.2) mène à :

2Ng∑
i=1

(−1)i
2Ng∑
k=1

Ak

(
Tk

Tk − 1

)i
T nk

∑
I∈Pi(J1; 2NgK)

∏
j∈I

Tj − 1
Tj

= −
2Ng∑
k=1

Ak

(
Tk

Tk − 1

)1

T nk
∑

I∈P1(J1; 2NgK\{k})

∏
j∈I

Tj − 1
Tj

+
2Ng∑
k=1

Ak

(
Tk

Tk − 1

)1

T nk
∑

I∈P1(J1; 2NgK\{k})

∏
j∈I

Tj − 1
Tj

−
2Ng∑
k=1

Ak

(
Tk

Tk − 1

)2Ng−1

T nk
∑

I∈P2Ng−1(J1; 2NgK\{k})

∏
j∈I

Tj − 1
Tj

+
2Ng∑
k=1

Ak

(
Tk

Tk − 1

)2Ng−1

T nk
∑

I∈P2Ng−1(J1; 2NgK\{k})

∏
j∈I

Tj − 1
Tj

= 0
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Ainsi, l’équation (D.1) peut s’écrire sous la forme

F [n] +
2Ng∑
i=1

(−1)iSiF [n]
∑

I∈Pi(J1; 2NgK)

∏
j∈I

Tj − 1
Tj

= P 2Ng−1[n] + Ps[n]

Posons

αi = −(−1)i
∑

I∈Pi(J1; 2NgK)

∏
j∈I

Tj − 1
Tj

de manière à obtenir une forme linéaire de F :

F [n] =
2Ng∑
i=1

αiS
i
F [n] + P 2Ng−1[n] + Ps[n].
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Sujet : Algorithmes, Méthodes et Modèles
pour l’Application des Capteurs à Ondes

Acoustiques de Surface à la Reconnaissance de
Signatures de Composés Chimiques

Résumé : Récemment, les systèmes multicapteurs ont trouvé de nom-
breuses applications dans des domaines tels que l’industrie agroalimen-
taire, l’environnement, la médecine et la défense. Parmi les technologies
existantes, les capteurs à ondes acoustiques de surface sont l’une des plus
prometteuses et fait l’objet de nombreuses recherches. Les travaux décrits
dans ce manuscrit concernent le développement d’algorithmes permettant
la reconnaissance de composés chimiques et l’estimation de leur concentra-
tion. Cette étude décrit une méthode permettant d’estimer les paramètres
des phénomènes de transduction. L’intérêt de ces derniers est mis en évi-
dence expérimentalement dans des applications consistant à identifier des
toxiques chimiques, des capsules de café contrefaites et à détecter la pré-
sence de DMMP et de 4-NT en présence d’interférents.
Mots clés : Capteur SAW, Nez Électronique, Reconnaissance d’Odeurs,
Estimation de Concentration

Subject : Algorithms, Methods and Models for
Surface Acoustic Wave Sensors Application to

Chemical Compound Recognition

Abstract: Recently, gas sensor arrays have found numerous applications
in areas such as the food, the environment, the medicine and the defense
industries. Among the existing technologies, the surface acoustic wave tech-
nology is one of the most promising and has been the subject of abundant
research. The work described in this manuscript concerns the development
of algorithms allowing the recognition of chemical compounds and the esti-
mation of their concentration. This study describes a method for estimating
the parameters of transduction phenomena. Their interest is demonstra-
ted experimentally in applications consisting in identifying toxic chemical
compounds, counterfeit coffee capsules and in detecting the presence of
DMMP and 4-NT in the presence of interfering compounds.
Keywords : SAW Sensor, Electronic Nose, Odour Recognition, Concen-
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