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Introduction générale

Nous avons tous déjà vu, au moins une fois, un épisode d’une série policière faisant la
promotion d’un petit génie de l’informatique utilisant des logiciels sophistiqués lui per-
mettant de lire le nom d’un suspect, sur sa carte d’identité, alors que celle-ci était posée
négligemment sur une commode visible à travers une fenêtre dont l’image n’occupait que
quelques pixels d’une image satellitaire de mauvaise qualité. Ce type de scène relève ac-
tuellement de la fiction, mais un tel exploit est-il possible dans le futur ?

La technique à la quelle ce genre de scène fait référence porte le nom de "super-
résolution d’images". La super-résolution consiste en l’amélioration, ou l’augmentation de
la résolution d’images acquises avec des imageurs faiblement résolus. Elle est déjà appli-
quée dans de nombreux domaines utilisant l’imagerie numérique comme l’imagerie mé-
dicale, la vidéo-surveillance et la microscopie.

Dans tous les domaines d’application de l’imagerie numérique, l’objectif final est d’ex-
traire de l’information à partir des images acquises soit de manière visuelle, ou bien infor-
matique.

Cependant, il existe de nombreuses situations où les dégradations introduites dans
l’image durant l’acquisition sont trop importantes pour pouvoir extraire correctement l’in-
formation recherchée. Ces dégradations peuvent être dues, par exemple, aux conditions
difficiles d’acquisition, ou simplement à la nature même de l’imageur utilisé. On peut citer
trois types de dégradation dans les images numériques :

– Le bruit, dont les causes principales sont les erreurs de transmission, les moyens
d’enregistrement, les bruits de mesure, et le bruit de quantification.

– La perte de résolution optique (ou réduction de la bande passante), dont les causes
principales sont la Réponse Impulsionnelle (RI) de l’imageur, regroupant l’effet du
système optique et l’intégration sur les détecteurs CCD.

– La perte de résolution numérique (ou spatiale), due à l’échantillonnage clairsemé
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2 INTRODUCTION GÉNÉRALE

de l’image. Il se traduit par le phénomène de repliement de spectre (aliasage) dans
l’image acquise.

Il arrive souvent qu’on ne puisse pas améliorer la résolution de l’imageur, soit pour
des raisons de coût (les systèmes optiques sophistiqués, par exemple, coûtent très cher),
ou bien à cause des limites physiques. Par exemple, une amélioration de la résolution nu-
mérique d’un imageur consisterait à augmenter son nombre de pixels, c.à.d. le nombre
de détecteurs photosensibles du capteur CCD, afin de rendre l’échantillonnage de l’image
plus dense. Malheureusement, cette augmentation implique une diminution de la taille
de ces détecteurs, ce qui conduit à une diminution de la quantité de lumière collectée par
chaque détecteur et donc une détérioration du rapport signal/bruit.

C’est justement là qu’intervient la SR pour essayer de pallier à l’impossibilité techno-
logique ou économique de réaliser des images de résolution suffisante. Elle est généra-
lement basée sur l’exploitation de la complémentarité de l’information spatiale présente
dans les images d’une même scène, entre lesquelles il existe des mouvements. Le principe
est basé sur l’idée suivante : au lieu d’essayer d’augmenter le nombre de pixels d’un imageur,
au risque de réduire le rapport signal/bruit, on augmente le nombre d’acquisitions d’une
scène en bougeant légèrement l’imageur (ou le sujet) avant chaque acquisition. En veillant à
ce que la position du capteur par rapport à la scène (ou au sujet), lors d’une acquisition, soit
différente par rapport à toutes les acquisitions précédentes, l’information spatiale contenue
dans l’image acquise sera différente de celle des images précédentes et donc complémentaire.
Afin de réaliser la restauration, ces techniques nécessitent une estimation préalable des
mouvements dominants entre les images avec une précision sous-pixélique.

Le problème de super-résolution est souvent modélisé comme un problème inverse
linéaire : on représente la relation entre l’image hautement résolue qu’on cherche à res-
taurer et les images bassement résolues acquises par un modèle de dégradation linéaire,
appelé aussi modèle d’acquisition, comprenant les mouvements existants entre l’image
hautement résolue recherchée et les images bassement résolues, l’effet de la RI de l’ima-
geur lors de l’acquisition, le bruit ajouté et la perte de résolution numérique. La restaura-
tion se fait par inversion du modèle de dégradation.

Un des aspects caractérisant le problème de super-résolution est qu’il s’agit d’un pro-
blème inverse mal posé au sens de Hadamard [Bertero et al., 1988], c.à.d. qu’il peut ad-
mettre plusieurs solutions ou aucune. En outre, la solution ne dépend pas continument
des données, on parle alors de mauvais conditionnement. Ceci a pour conséquence qu’une
petite erreur dans le modèle de dégradation considéré peut conduire à des erreurs impor-
tantes dans la solution estimée. Cette caractéristique rend le problème de super-résolution
particulièrement difficile à résoudre. En effet, dans le modèle d’acquisition, l’effet de la RI
de l’imageur et le modèle du bruit dépendent des caractéristiques intrinsèques de l’ima-
geur. Leur estimation exacte et précise est très souvent impossible à réaliser car elle consti-
tue, elle aussi, un problème mal posé.

Un certain nombre de méthodes ont été développées afin de réduire les artefacts in-
duits par ces erreurs de modélisation dans la solution estimée. Elles sont généralement
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basées sur des connaissances à priori (ou hypothèses) sur la statistique et/ou la structure
de la solution recherchée. Ces méthodes ont été unifiées par la théorie de la régularisation
des problèmes inverses mal posés. Malheureusement, ces méthodes peuvent parfois avoir
un effet contradictoire avec l’objectif même de la super-résolution dans le sens où elles
tendent à pénaliser les hautes fréquences tandis que la super-résolution a pour but de les
recouvrer. De plus, aucune de ces méthodes ne modélise proprement le fait que la RI de
l’imageur soit mal connue.

Dans ce manuscrit, nous proposons de réduire l’influence d’une mauvaise modélisa-
tion de la RI de l’imageur en utilisant une représentation imprécise de celle-ci. Cette re-
présentation, dérivée de la théorie des probabilités imprécises, conduit à un modèle non
linéaire et une méthode de super-résolution aboutissant à une solution imprécise (ou in-
tervalliste) reflétant la connaissance imprécise sur la RI de l’imageur. La solution estimée,
en utilisant une faible connaissance sur la RI, présente plusieurs caractéristiques intéres-
santes parmi lesquelles une certaine robustesse et une quantification de l’erreur d’estima-
tion.

La suite du manuscrit est organisée comme suit : dans le chapitre 1 nous présentons
un panorama des méthodes de restauration d’images par super-résolution et nous propo-
sons une discussion concernant la modélisation et l’influence de la RI de l’imageur. Dans
le chapitre 2, nous introduisons les concepts utilisés dans la méthode de super-résolution
que nous proposons, dérivés de la théorie des probabilités imprécises, et quelques opé-
rateurs associés. Parmi ces concepts, nous verrons notamment celui des noyaux maxitifs
permettant de modéliser la connaissance imprécise de la RI de l’imageur et celui des par-
titions floues permettant d’obtenir des modèles continus des images discrètes manipu-
lées. Dans le chapitre 3, nous présentons en détail la démarche que nous avons adoptée
pour développer une méthode de super-résolution imprécise utilisant uniquement une
connaissance partielle sur la RI de l’imageur. Dans le chapitre 4, nous présentons en détail
une implémentation simple de la méthode que nous proposons et une étude sur la com-
plexité algorithmique de celle-ci. Dans le chapitre 5, nous illustrons les performances de
la méthode que nous proposons, et les comparons à celles de quelques autres méthodes
de super-résolution, dans un contexte semi-aveugle, c.à.d. lorsque la RI de l’imageur est
mal connue. Nous terminons ensuite par une conclusion générale et présentons quelques
perspectives.





CHAPITRE

1
État de l’art

Depuis environ une trentaine d’années, la communauté scientifique s’intéresse à
l’augmentation de la résolution des images dans le but d’outrepasser les limites impo-
sées par les capteurs. Les premiers travaux sur la reconstruction d’images de haute ré-
solution à partir de séquences d’images basse résolution ont été publiés en 1984 dans
[Tsai et Huang, 1984]. Le terme de "Super-résolution", quant à lui, est apparu aux alen-
tours des années 1990 dans les travaux de Irani et Peleg [Irani et Peleg, 1990]. Les auteurs
définissent un procédé s’apparentant à la reconstruction d’images à partir de projections,
utilisée en tomographie assistée par ordinateur.

L’intérêt porté à la super-résolution connait une croissance significative dans la com-
munauté du traitement d’images. Un nombre conséquent travaux portant sur ce sujet ont
été publiés durant ces deux dernières décennies. On retrouve des études assez complètes
des techniques de super-résolution proposées par la littérature comme par exemple celle
de Tian et Ma en 2011 [Tian et Ma, 2011] et l’ouvrage proposé par [Milanfar, 2010]. Ce der-
nier dresse un panorama quasi exhaustif des approches et techniques d’amélioration de la
résolution, tant en imagerie classique qu’en vidéo, proposées avant l’année 2011. Nous
nous devons de citer aussi deux études plus anciennes, [Borman et Stevenson, 1998] et
[Park et al., 2003], qui présentent les méthodes de super-résolution proposées sur la pé-
riode couvrant des années 1984 au début des années 2000.

Les approches proposées par la communauté du traitement d’images diffèrent essen-
tiellement par leur formulation du problème (mise en équation) et par les méthodes de
résolution sur lesquelles elles s’appuient (outils utilisés et traitement du problème). Notre
étude bibliographique nous a permis de distinguer 5 grandes familles de techniques de
super-résolution. Elles sont présentées ci-dessous et sont détaillées dans la suite de ce cha-
pitre. Nous les avons appelées respectivement :

1. Approches formulées dans le domaine fréquentiel,
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6 CHAPITRE 1. ÉTAT DE L’ART

2. Approches par interpolation puis restauration,

3. Approches par optimisation,

4. Projection sur des ensembles convexes,

5. Approches par apprentissage.

Toutes ces méthodes visent à reconstruire une image hautement résolue à partir d’une
ou plusieurs images bassement résolues. Réaliser une telle reconstruction implique une
bonne compréhension de ce qu’est la résolution d’un imageur, d’une part, et de ce qui
est possible ou pas possible de réaliser, d’autre part. Le concept de résolution, pour un
capteur d’images, s’appuie sur ce que l’on appelle communément un modèle d’observa-
tion. Un modèle d’observation est ce qui lie l’image numérique acquise à l’image réelle
continue, c.à.d. l’illumination du capteur par la scène. Il fait généralement intervenir un
opérateur modélisant le flou induit par le système optique de l’imageur et la réponse im-
pulsionnelle de ses capteurs photosensibles, d’une part, et un opérateur d’échantillonnage
d’autre part. En super-résolution, on tend à appeler "modèle d’observation" le lien exis-
tant entre l’image hautement résolue à reconstruire et et les images bassement résolues
utilisées pour réaliser cette reconstruction. Au modèle initial se rajoute alors le position-
nement relatif des images bassement résolues par rapport à l’image réelle continue (ou
par rapport à l’image hautement résolue à reconstruire) et le changement de résolution.
Enfin, on rajoute un modèle de bruit pour prendre en compte les erreurs de modélisation
et les variations aléatoires des mesures de luminance. Le modèle le plus utilisé est linéaire
[Elad et Feuer, 1997, Nguyen et al., 2001a] et s’écrit :

Yk = DHkW kX+Bk , (1.1)

où Yk est le vecteur des valeurs d’illumination de la k i ème image bassement résolue ac-
quise (k = 1 . . .K ), X est le vecteur des valeurs d’illumination de l’image hautement résolue
recherchée, souvent supposée être échantillonnée en respectant le critère de Shannon-
Nyquis, W k est une matrice modélisant l’effet de mouvement de la caméra, qui recale
l’image hautement résolue recherché sur la version interpolée de la k i ème image basse-
ment résolue, Hk est une matrice modélisant l’effet de flou induit par la RI de l’imageur,
D est l’opérateur de décimation et Bk représente le bruit. Yk et X sont généralement re-
présentés dans l’ordre lexicographique. L’Expression (1.1) est souvent écrite sous la forme

Yk = Ak X+Bk , (1.2)

où Ak = DHkW k .

1.1 Approches formulées dans le domaine fréquentiel

Tsai et Huang ont abordé le problème de la super-résolution pour des images Landsat
en le formulant dans le domaine de Fourier [Tsai et Huang, 1984]. Leur approche est basée
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sur l’hypothèse que le signal continu originel de la scène est à bande limitée. Elle utilise
la propriété de translation de la transformée de Fourier et la relation d’aliasage entre la
Transformée de Fourier Continue (TFC) du signal originel de la scène et la Transformée de
Fourier Discrète (TFD) des images bassement résolues acquises.

Soit f (x, y) une illumination continue 2D et f k (x, y), où k ∈ {1, . . .K }, cette même illu-
mination translatée de (δk

x ,δk
y ) :

f k (x, y) = f (x +δk
x , y +δk

y ), pour tout k ∈ {1, . . .K }. (1.3)

Soit F k la k i ème image discrète bassement résolue de M×N pixels, échantillonnée avec
une période (Tx ,Ty ). L’intensité du pixel (i , j ) avec (i , j ) ∈ {0, . . . M − 1} × {0, . . . N − 1} est
donnée par :

F k
i , j = f k (iTx , j Ty ) = f (iTx +δk

x , j Ty +δk
y ). (1.4)

Soit Fk la TFD de l’image F k et fk la TFC du signal continu f k . Fk et fk sont liées par la
relation d’aliasage :

Fk
m,n =

1

TxTy

∞∑

l1=−∞

∞∑

l2=−∞
fk

(
2π

Tx
(

m

M
+ l1),

2π

Ty
((

n

N
+ l2))

)
. (1.5)

Si f est à bande limitée, alors f k l’est aussi et il existe des entiers Lx et L y tels que

|fk (u, v)| = 0 pour |u| ≥
2πLx

Tx
et |v | ≥

2πL y

Ty
. La somme infinie de l’équation (1.5) devient

alors une somme finie.
D’autre part, si f est la TFC de f , la propriété de la translation de la transformée de

Fourier donne :
fk (u, v)= e j 2π(δk

x m+δk
y n)f(u, v). (1.6)

En exploitant les relations (1.5) et (1.6) et en ordonnant lexicographiquement les don-
nées, on obtient un système d’équations de type

AX = B, (1.7)

où B est le vecteur des coefficients de la TFD des images observées et X est un vecteur
contenant les échantillons inconnus des coefficients de la TFC du signal originel de la
scène. A est la matrice qui définit la relation entre les deux vecteurs. Si le système (1.7)
peut être résolu, il suffit alors d’appliquer la TFD inverse pour reconstruire une image hau-
tement résolue.

Bien qu’elle soit simple et élégante, cette formulation ne prend en compte ni le flou in-
troduit par la RI de l’imageur ni les erreurs de modélisation et le bruit de mesure. Elle a été
étendue par [Kim et al., 1990] par l’introduction d’un algorithme récursif de moindres car-
rés pondérés combinant la reconstruction et le filtrage du bruit, puis par [Kim et Su, 1993]
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en prenant en compte le flou introduit par la RI. Kim et Su ont également raffiné l’algo-
rithme de [Kim et al., 1990] en incluant une mise à jour itérative du terme de régularisa-
tion de Tikhonov (voir Section 1.3.1) qui sert à stabiliser la solution. Afin de réduire le coût
en mémoire et en temps de calcul, Rhee et Kang [Rhee et Kang, 1999] ont proposé une
approche régularisée dans le domaine de la transformée en cosinus discrète. Plus tard,
Woods et al. [Woods et al., 2006] ont proposé deux méthodes fréquentielles pour la SR. La
première est basée sur une formulation Bayesienne et l’algorithme Expectation maximi-
sation (EM) [Dempster et al., 1977] et la deuxième est basée sur une formulation au sens
du Maximum a postériori (MAP). Dans ces deux méthodes, le recalage, l’interpolation et la
déconvolution sont effectués simultanément.

1.1.1 Discussion

Les principaux avantages des approches que nous venons de voir sont la simplicité
de leur formulation et leur faible complexité de calcul. Cependant, il est impossible, avec
ces approches, de prendre en compte des mouvements plus complexes que des transla-
tions globales entre les images, pas plus que des modèles de RI qui ne sont pas invariants
par translation. D’autre part, il est très difficile d’introduire, dans des approches fréquen-
tielles, d’autres termes de régularisation que des termes fréquentiels. Il est impossible, par
exemple, d’utiliser une régularisation spatiale par voisinage. En raison de ces limitations,
très peu d’intérêt a été porté aux approches fréquentielles et la plupart des méthodes de
super-résolution publiées dans la littérature, ces deux dernières décennies, sont plutôt for-
mulées dans le domaine spatial.

1.2 Approches par interpolation puis restauration

Les approches par interpolation puis restauration résolvent le problème de SR en
deux étapes. La première consiste en l’interpolation des données des images bassement
résolues dans une grille hautement résolue. La seconde étape consiste en la restau-
ration des hautes fréquences de l’image hautement résolue par une technique de dé-
convolution. Ces deux étapes d’interpolation et de restauration sont précédées d’une
étape d’alignement consistant à estimer les transformations géométriques à appliquer
à chaque image bassement résolue pour l’aligner sur l’image hautement résolue à re-
construire. L’alignement s’effectue généralement en utilisant une technique de recalage
[Brown, 1992, Zitova et Flusser, 2003].

Les approches de SR par interpolation puis restauration diffèrent essentiellement par
l’étape d’interpolation. Certains auteurs affirment même que n’importe quelle technique
classique de déconvolution d’images peut être appliquée à l’image interpolée pour restau-
rer les hautes fréquences [Ur et Gross, 1992].
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1.2.1 Interpolation

Soit IHR l’image hautement résolue à reconstruire et I k
LR la k i ème image bassement ré-

solue disponible (k = 1 . . .K ). L’étape d’interpolation ne permet pas directement d’estimer
IHR mais une version floutée de cette image que nous notons ĨHR . La première partie de
l’étape d’interpolation consiste à projeter, dans le repère de l’image hautement résolue, les
données des images bassement résolues. Dans un second temps, il s’agit d’estimer, à par-
tir de ces projections, les valeurs de ĨHR en chaque point de la grille hautement résolue.
Deux problèmes sont généralement rencontrés à cette étape : (i) les données des images
bassement résolues ne sont pas suffisantes pour remplir toute la grille hautement résolue,
(ii) ces mêmes données ne sont pas dispersées de manière régulière rendant les techniques
d’interpolation classiques basées sur des noyaux [Lehmann et al., 1999] inapplicables pour
pouvoir estimer les valeurs des pixels manquants de ĨHR . Ce problème est illustré dans la
Figure (1.1).

Interpolation

Recalage

Recalage

Projection

Projection

Projection

Image BR

Image BR

Image BR

Image HR floutée

FIGURE 1.1 – Fusion des données bassement résolues dans une grille hautement résolue.

Plusieurs techniques d’interpolation ont été proposées pour résoudre ce problème. Ur
et Gross [Ur et Gross, 1992] ont étendu le théorème de l’échantillonnage multi-canal gé-
néralisé de Papoulis [Papoulis, 1978, Papoulis, 1977] et Brown [Brown, 1981] pour recons-
truire l’image ĨHR . Alam et al. [Alam et al., 2000] ont utilisé une méthode des plus proches
voisins pondérés pour réaliser cette interpolation, dans le contexte de l’imagerie infra-
rouge. Dans [Nguyen et Milanfar, 2000], les auteurs ont étendu la technique d’interpola-
tion basée sur les ondelettes présentée dans [Ford et Etter, 1998] au cas des signaux 2D.
Elad et Hel-or [Elad et Hel-Or, 2001] ont montré les conditions sur le modèle d’observa-
tion pour que les méthodes par interpolation puis restauration soient applicables en SR et
ont proposé une méthode d’inversion directe, exploitant les propriétés intéressantes des
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matrices du modèle d’observation, pour effectuer une estimation optimale de ĨHR . Dans
[Lertrattanapanich et Bose, 2002] les auteurs ont proposé une méthode d’interpolation ba-
sée sur la triangulation de Delaunay, mais la méthode s’est avérée ne pas être robuste aux
valeurs très bruitées. Pham et al. [Pham et al., 2006] ont proposé une méthode d’interpola-
tion robuste utilisant le principe de la convolution normalisée [Knutsson et Westin, 1993]
adaptée à la structure locale de l’image. Bose et Ahuja [Bose et Ahuja, 2006] ont utilisé
la méthode MLS (Moving Least Square) pour estimer l’intensité de chaque pixel de ĨHR

via une approximation polynomiale utilisant les pixels d’un voisinage défini autour du
pixel considéré. Takeda et al. [Takeda et al., 2007] ont proposé une technique de régression
adaptative à noyau orienté (adaptive steering kernel regression).

1.2.2 Restauration

L’étape de restauration doit augmenter les hautes fréquences de ĨHR pour produire
l’estimation de IHR . Elle est généralement réalisée via des techniques de déconvolu-
tion basées sur des filtres passe-hauts [Ur et Gross, 1992, Papoulis, 1978, Brown, 1981]. Par
exemple, Alam et al. [Alam et al., 2000] appliquent un filtrage de Wiener. Elad et Hel-or
[Elad et Hel-Or, 2001], qui utilisent un filtre de Wiener également, affirment que n’importe
quel algorithme classique de rehaussement des hautes fréquence peut être appliqué.

1.2.3 Discussion

Les méthodes basées sur une interpolation puis une restauration sont intuitives,
simples et généralement rapides en temps de calcul. Cependant, elles sont implicitement
basées sur l’hypothèse que les opérateurs de mouvement et de flou de l’équation (1.1)
peuvent être permutés. Cette hypothèse n’est vraie que lorsque toutes les images basse-
ment résolues ont été acquises avec le même imageur et que les mouvements entre elles
ne sont que des translations [Elad et Hel-Or, 2001]. Lorsque les images sont acquises par
des imageurs différents ou qu’il existe par exemple des rotations entre elles, la technique
de déconvolution utilisée ne sera pas adéquate pour tous les pixels. D’autre part, les don-
nées bassement résolues étant généralement entachées de bruit, appliquer un filtre passe-
haut à l’image interpolée ĨHR amplifie ce bruit et crée des artefacts. Enfin, ces approches
ne garantissent pas l’optimalité si la technique de déconvolution utilisée ne prend pas en
compte le modèle du flou de l’imageur. Les approches présentées dans la section suivante
sont plus appropriées pour tenir compte de la méconnaissance de la RI.

1.3 Approches par optimisation

Les approches par optimisation essayent de résoudre l’ensemble des Equations (1.1)
par des techniques d’optimisation. Nous pouvons reprendre l’Expression (1.1) et réécrire
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l’ensemble des equations de la façon condensée suivante :

Y = AX+B, (1.8)

avec

Y =




Y1

...
YK



 , A =




DH1W 1

...
DHK W K



 et B =




B1

...
BK



 .

Les approches par optimisation sont basées sur la minimisation d’une fonction de coût de
la forme :

ǫ(X) = ǫ1(Y, AX)+λǫ2(X), (1.9)

où le le premier terme (ǫ1), appelé terme d’attache aux données, exprime à quel point
l’image hautement résolue X est proche de la séquence Y via le modèle A. Il correspond
généralement à une distance entre Y et AX. Le terme ǫ2, connu sous le nom de terme de
régularisation, permet de rejeter les solution bruitées et de ne garder que les solutions véri-
fiant certaines connaissances a priori (ou hypothèses) sur la solution recherchée. λ> 0 est
le paramètre de régularisation servant à contrôler le degré de régularisation de la solution.
La solution optimale X̂ est alors donnée par :

X̂ = argmin
X

(
ǫ(X)

)
. (1.10)

Les auteurs se revendiquent généralement de deux écoles différentes pour la défini-
tion de la fonction de coût ǫ : l’école des approches déterministes et celle des approches
stochastiques.

1.3.1 Approches déterministes

Avec les approches déterministes, le terme d’attache aux données ǫ1 est défini en uti-
lisant une distance classique. Keren et al. [Keren et al., 1988] ont proposé une méthode ré-
cursive pour minimiser la distance L1 :

ǫ1(X) = ‖Y− AX‖1, (1.11)

connue sous le nom de Simulation puis Correction. L’algorithme part d’une solution ini-
tiale quelconque, pour chaque pixel de cette solution, si sa valeur est l , elle est remplacée
par la valeur qui minimise la fonction de coût parmi l’ensemble des valeurs {l −1, l , l +1}.
Ce procédé est itéré jusqu’à ce qu’un critère d’arrêt soit vérifié. L’algorithme s’est avéré très
gourmand en temps de calcul et converge souvent vers un minimum local de la fonction
de coût. Pour des raisons théoriques et calculatoires, on préfère généralement minimiser
le carré de la distance L2 :

ǫ2(X) = ‖Y− AX‖2
2. (1.12)
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En fait, minimiser ǫ2 revient à maximiser la vraisemblance de X par rapport à Y sous une
hypothèse gaussienne. En dérivant cette fonction par rapport à X et en mettant la dérivée
à zero, on obtient le résultat de la pseudo-inverse classique

X̂ = (AT A)−1 AT Y.

AT A étant de très grande dimension et singulière de nature, le calcul de sa matrice in-
verse est généralement infaisable en pratique. Par exemple, si l’image hautement résolue
recherchée est de 400×400 pixels, la matrice AT A est de dimension 160000×160000. Pour
cette raison, on préfère généralement faire appel à des méthodes itératives comme la rétro-
projection itérative (IBP pour iterative back-projection). Cette dernière a été introduite en
SR par Irani et Peleg [Irani et Peleg, 1990, Irani et Peleg, 1991], dont chaque itération est
donnée par :

X̂
i+1 = X̂

i + ABP (Y− AX̂
i
), (1.13)

où ABP , appelé opérateur de rétro-projection, est un opérateur d’agrégation des données
bassement résolue dans la grille hautement résolues. ABP est généralement construit à
partir de noyaux définissant le degré d’influence des pixels bassement résolus sur chaque
pixel hautement résolu dans la rétro-projection et peut être choisi arbitrairement. Par
exemple, on peu utiliser, pour ABP , une des techniques d’interpolation vues dans le pa-
ragraphe 1.2 pour que l’algorithme converge. Ce type d’algorithmes est bien connu dans
d’autres contextes (technique de reconstruction itérative simultanée en reconstruction to-
mographique [Gilbert, 1972], ou l’algorithme de Schultz ou Hotteling en déconvolution
[Strauss et Rico, 2012], etc). En utilisant cet algorithme, Bannore [Bannore, 2009] a com-
paré une dizaine de techniques d’interpolation basées sur des noyaux invariants par trans-
lation, mais les résultats n’ont pas permis de dégager une technique d’interpolation qui do-
mine les autres, pour tous les critères et dans toutes les conditions. Dans [Dong et al., 2009]

les auteurs ont proposé de pré-filtrer l’erreur rétro-projetée ABP (Y− AX̂
i
) à chaque itéra-

tion, avec un filtre utilisant les redondances non-locales, afin de réduire les effets d’oscil-
lations et d’éviter les contours dentelés qui apparaissent généralement dans la solution
reconstruite. L’itération de Landweber [Landweber, 1951] est un cas particulier de rétro-
projection itérative. Il est équivalent à une descente du gradient de ǫ2(X) :

X̂
i+1 = X̂

i +βAT (Y− AX̂
i
), (1.14)

où AT est la transposée de la matrice A et β est un paramètre de contrôle de la conver-
gence de l’algorithme. Pour assurer la convergence, β doit être pris tel que 0 < β <
2/‖AT A‖2. La méthode de Landweber a été utilisée par Aizawa et al. [Aizawa et al., 1992]
en SR en utilisant des images acquises par différentes caméras CCD et par Shah et Za-
khor [Shah et al., 1999] pour le cas des images couleurs. On peut remarquer l’équivalence
entre la rétro-projection itérative de l’Expression (1.13) et l’algorithme de Landweber de
l’Expression (1.14) lorsque l’opérateur ABP est choisi comme étant βAT .
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Le problème de SR étant de nature mal posé, il peut s’avérer inapproprié de minimiser
une fonction de coût dépourvue de terme de régularisation, notamment en présence d’er-
reurs dans le modèle d’observation supposé ou lorsque le système est sous-déterminé. En
effet, la solution optimale d’une telle fonction peut dévier fortement de l’image hautement
résolue recherchée. Le terme de régularisation permet d’écarter les solutions indésirables
en introduisant des connaissances a priori sur la solution comme le degré de lissage. Il
existe différents choix pour ce terme et le plus populaire est certainement le terme de ré-
gularisation de Tikhonov [Tikhonov et Arsenin, 1977] donné par

ǫ2(X) = ‖ΓX‖2
2,

où Γ peut être choisi comme la matrice identité, ou une matrice opérant comme un déri-
vateur du premier ou du second ordre sur l’image X. La fonction de coût, connue sous le
nom des moindres carrés contraints, est alors donnée par :

ǫ2(X) = ‖Y− AX‖2
2 +λ‖ΓX‖2

2 (1.15)

En dérivant cette fonction par rapport à X on obtient :

dǫ2

dX
= 2

(
AT AX+λΓT

ΓX− AT Y
)
= 2

(
AT (AX−Y)+λΓT

ΓX
)

, (1.16)

et la descente du gradient nous donne l’itération :

X̂
i+1 = X̂

i +β
[

AT (Y− AX̂
i
)−λΓT

ΓXi ], (1.17)

où β est, là aussi, le paramètre de convergence.
Zomet et Peleg [Zomet et Peleg, 2000] ont utilisé la régularization de Tikhonov (1.15)

pour résoudre le problème de SR combiné à un problème de mosaïque d’images.
L’optimisation est réalisée en utilisant l’algorithme du gradient conjugué. Nguyen et
al. [Nguyen et al., 2001a] ont proposé des préconditionneurs efficaces circulants par
block pour la minimisation de la fonction (1.15) avec l’algorithme du gradient conju-
gué. Ils ont utilisé la méthode de validation croisée généralisée pour calculer auto-
matiquement le paramètre de régularisation λ. Ils ont ensuite étendu cette méthode
dans [Nguyen et al., 2001b] pour l’estimation des paramètres de la RI. Bose et al.
[Bose et al., 2001] ont mis l’accent sur l’importance du rôle du paramètre de régulari-
sation λ en SR et ont proposé de le calculer de manière optimale en utilisant la méthode
dite "L-curve" [Hansen et O’Leary, 1993].

La minimisation de la fonction ǫ1 peut également être régularisée. En restauration et en
débruitage d’images, la norme L1 est utilisée pour définir le critère de la variation totale de
l’image (TV pour Total Variation) [Rudin et al., 1992, Li et Santosa, 1996, Chan et al., 2001].
Le critère TV pénalise la quantité totale de la variation dans l’image et est mesuré par la
norme L1 de l’amplitude du gradient :

ǫ2(X) = ‖∇X‖1,
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où ∇ est un opérateur de gradient. En se basant sur l’esprit du critère TV combiné avec
la notion de filtre bilatéral [Tomasi et Manduchi, 1998], Farsiu et al. [Farsiu et al., 2004b]
ont proposé une technique de SR robuste aux erreurs de modélisation du mouvement,
basée sur un terme de régularisation baptisé fonction de la variation totale bilatérale (BTV
pour Bilateral Total Variation) qui est une généralisation du critère TV. Cette régularisation
a comme vertu la préservation de la netteté des contours de l’image hautement résolue
reconstruite. La fonction de coût est alors donnée par

ǫ(X) = ‖Y− AX‖1
1 +λ

P∑

l=−P

P∑

m=0︸ ︷︷ ︸
l+m≥0

α|m|+|l |‖X−Sl
xSm

y X‖1
1,

où les matrices Sl
x et Sm

y translatent X respectivement de l pixels horizontalement et de m
pixels verticalement. Le scalaire α, 0<α< 1, sert a donner des poids spatialement décrois-
sants à la somme du terme de régularisation. P est un entier pris généralement entre 1 et
3. L’optimisation est réalisée grâce à un algorithme de descente du gradient.

Récemment, Zhang et al. [Zhang et al., 2013] ont proposé une méthode de régularisa-
tion pour la SR basée sur une technique de régression à noyaux non-localement orientés.
La technique exploite la régularité structurelle locale et la redondance de motifs dans cer-
taines images extérieures comme les images représentant des paysages urbains.

1.3.2 Approches stochastiques

Les approches stochastiques diffèrent légèrement des approches déterministes. Tandis
que les approches déterministes essayent de minimiser une fonction de coût déterministe
basée signal, les approches stochastiques essayent de maximiser la probabilité a-posteriori
P (X|Y) qui est la vraisemblance d’obtenir X sachant Y, d’où leur nom d’approches MAP
(pour Maximum A-Posteriori). Considérant X comme une variable stochastique, ce sont
les approches les plus adéquates pour tenir compte des connaissances probabilistes a
priori sur la solution recherchée X d’une part, et sur le vecteur du bruit B d’autre part.
Les connaissances a priori sont modélisées sous la forme d’une fonction de densité de
probabilité sur l’image haute résolution recherchée. La solution est donnée par :

X̂M AP = argmax
X

(
P (X|Y)

)
. (1.18)

En appliquant le théorème de Bayes on obtient

X̂M AP = argmax
X

(
P (Y|X)P (X)

P (Y)

)
. (1.19)

X̂M AP étant indépendant de Y, il vient :

X̂M AP = argmax
X

(
P (Y|X)P (X)

)
. (1.20)
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Puisque le logarithme est une fonction croissante et monotone, on a

X̂M AP = argmax
X

(
log

(
P (Y|X)

)
+ log

(
P (X)

))
, (1.21)

où
(
log

(
P (Y|X)

))
est le log de la vraisemblance et

(
log

(
P (X)

))
est le log de la densité de pro-

babilité a priori de X. D’après le modèle (1.8), la fonction de vraisemblance est déterminée
par la densité de probabilité du bruit B. Si on suppose que ce bruit suit une loi gaussienne
Nσ de moyenne nulle d’un écart-type σ alors

log
(
P (Y|X)

)
= log

(
Nσ(Y− AX)

)

= log

(
1

σ
p

2π
exp

(
−

1

2σ2
‖Y− AX‖2

2

))

=−
1

2σ2‖Y− AX‖2
2 +c, (1.22)

où c = log

(
1

σ
p

2π

)
est une constante.

Pour P (X), il est très courant d’utiliser un champ aléatoire de Markov (MRF pour Mar-
kov Random Field) décrit par une densité de probabilité de Gibbs :

P (X) =
1

Z(α)
exp

(
−αU (X)

)
, (1.23)

où U est une fonction d’énergie, α est ce qu’on appelle le paramètre de température ou
l’hyperparamètre qui peut être choisi arbitrairement et Z(α) est un facteur de normalisa-
tion qui ne dépend que de α. On obtient alors :

log
(
P (X)

)
= log

(
1

Z(α)

)
−αU (X), (1.24)

le terme log

(
1

Z(α)

)
peut être considéré comme une constante lorsque la valeur de α est

fixée. Les termes constants n’intervenant pas dans l’optimisation, la solution au sens du
MAP est alors donnée par :

X̂M AP = argmax
X

(
−

1

2σ2
‖Y− AX‖2

2 −αU (X)
)

= argmax
X

(
−‖Y− AX‖2

2 −λU (X)
)

= argmin
X

(
‖Y− AX‖2

2 +λU (X)
)
, (1.25)
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où λ= 2σ2α, qui dépend uniquement de α, est un paramètre de régularisation. Nous pou-
vons noter l’analogie entre cette fonction de coût et celle donnée par l’expression (1.15)
où le terme U (X) n’est qu’une notation généralisée du terme de régularisation. C’est pour-
quoi nous avons pris la précaution de dire que les auteurs se revendiquaient de telle ou
telle école car, dans la plupart des cas, les méthodes stochastiques sont équivalentes à des
méthodes déterministes.

Beaucoup de méthodes de SR ont adopté le formalisme décrit par l’Expression
(1.25) et diffèrent essentiellement dans le modèle d’observation supposé (A) et dans
le choix de la fonction d’énergie U . Le choix de cette fonction est crucial : l’enjeu est
de trouver une fonction capable de prévenir l’apparition de hautes fréquences dues au
bruit dans les régions homogènes de l’image reconstruite tout en préservant les hautes
fréquences des contours. Dans [Schultz et Stevenson, 1996, Capel et Zisserman, 1998,
Borman et Stevenson, 1999, Pickup et al., 2006, Pickup et al., 2009], les auteurs ont uti-
lisé un champ Markovien de Huber (HMRF pour Huber Markov Random Field) pour
la régularisation. Dans [Tian et Ma, 2010], les auteurs ont utilisé un champ Markovien
Gaussien (GMRF pour Gaussien Markov Random Field). Ce modèle a été initialement
utilisé dans [Hardie et al., 1997] où les auteurs font une estimation conjointe des pa-
ramètres des translations et des pixels de l’image hautement résolue, en considérant
toutes ces quantités comme des variables stochastiques. Dans [Tipping et Bishop, 2002],
les auteurs ont utilisé le même modèle GMRF où les paramètres des mouvements et
de la RI sont conjointement estimés via une formulation Bayésienne. D’autres mo-
dèles ont également été utilisés en SR comme celui du champ aléatoire conditionnel
[Kong et al., 2006] (CRF pour Conditional Random field), du champ Markovien adaptatif
aux discontinuités [Suresh et Rajagopalan, 2007] (DAMRF pour Discontinuity Adaptive
MRF), du non-stationnaire Gaussien à deux niveaux [Belekos et al., 2010] et d’autres en-
core [Shen et al., 2007, Humblot et Mohammad-Djafari, 2006, Mohammad-Djafari, 2009,
Capel et Zisserman, 2000, Chakrabarti et al., 2007, Kim et al., 2004]. Gunturk et al.
[Gunturk et Gevrekci, 2006] ont proposé une approche basée MAP utilisant une séquence
d’images différemment exposées où le modèle d’observation prend en compte la variation
du temps d’exposition et les erreurs de quantification introduites durant le processus
d’acquisition.

Il existe également des approches stochastiques pour la SR qui ne considèrent que la
fonction de vraisemblance P (Y|X). Ce sont des techniques résolvant le problème au sens
du maximum de vraisemblance (ML pour Maximum Likelihood) qui est un cas particu-
lier de de la formulation MAP où la probabilité P (X) est considérée comme étant uni-
forme (pas de connaissance a priori sur la solution). Dans l’hypothèse où le bruit pré-
sent dans les images bassement résolues est Gaussien de moyenne nulle, ces méthodes
coïncident avec celles minimisant l’erreur quadratique ‖Y− AX‖2

2. Dans [Tom et al., 1994,
Tom et Katsaggelos, 1995], une formulation ML a été proposée pour la SR utilisant l’al-
gorithme Expectation-Maximisation (EM) [Dempster et al., 1977] avec une estimation
conjointe des paramètres des mouvements et de l’image hautement résolue.
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Les approches par optimisation formulées dans le domaine spatial ont été les plus
adoptées pour la résolution du problème de SR dans la littérature durant ces deux der-
nières décennies, en raison de leur flexibilité. Ces approches sont en effet très flexibles.
Elles permettent d’utiliser différents types de modèles d’observation et d’introduire des
connaissances a priori sur la solution recherchée afin de régulariser la nature mal posée
du problème de SR. De plus, le choix d’une fonction de coût convexe garantit l’unicité de la
solution trouvée en utilisant par exemple un algorithme de descente du gradient. D’autre
part, les formulations stochastiques permettent de prendre en compte le modèle du bruit
présent dans les images et d’utiliser des modèles Markoviens, qui se sont avérés efficaces
en restauration d’images, comme modèles a priori de la solution.

1.4 Projection sur des ensembles convexes

Les techniques de projection sur des ensembles convexes (POCS pour Projection Onto
Convex Sets) essayent de résoudre le problème de SR dans le cadre de la théorie des en-
sembles. Elles ont été introduites dans [Youla et Webb, 1982] et [Sezan et Stark, 1982] en
1982. Dans [Stark, 1988] et [Stark, 1990], Stark explique comment appliquer la méthode à
la restauration des images et dans [Stark et Oskoui, 1989], il collabore avec Oskoui pour
l’appliquer au problème de SR.

Le modèle d’observation utilisé est le même que celui de l’Expression (1.1) mais en
supposant le modèle exact (B = 0) :

Y = AX, (1.26)

où

Y =




Y1

...
YK



 et A =




DH1W 1

...
DHK W K



 .

Comme précédemment, il s’agit d’estimer le vecteur X de M valeurs où M ∈ N. On
considère l’espace vectoriel RM comme étant l’espace de toutes les solutions possibles.
Chaque propriété connue de l’image recherchée restreint l’espace R

M à un sous-ensemble
C ⊆ R

M de solutions vérifiant cette propriété. En connaissant le modèle A, on peut définir
pour chaque Yi , le i ème élément du vecteur Y, un ensemble fermé et convexe Ci par :

Ci = {X ∈R
M |Ai X = Yi }, (1.27)

où Ai est la i èm ligne de la matrice A. On définit donc autant d’ensembles convexes que
de pixels d’images bassement résolues disponibles. Ces ensembles sont aussi appelés les
contraintes de cohérence des données.

Pour chaque ensemble Ci , on définit un opérateur de projection Ti qui projette tout
élément de R

M dans Ci :
∀F ∈R

M , Ti F ∈ Ci .
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Cet opérateur est donné par

Ti F =






F si Ai F = Yi ,

F+
Yi − Ai F

Ai Ai
T

Ai
T sinon.

Si le nombre d’ensembles convexes définis est P , l’itération de l’algorithme POCS est
donnée par :

X̂
j+1 = TP TP−1 . . .T1X̂

j
. (1.28)

L’itération est répétée jusqu’à l’obtention d’une solution appartenant à

C0 =
P⋂

i=1
CP .

La convergence de ce type d’algorithmes vers une telle solution, si elle existe, a été mon-
trée dans [Youla et Webb, 1982]. Il est à noter que si les seules contraintes utilisées sont
celles définies par l’Expression (1.27), la technique s’apparente à une méthode de rétro-
projection itérative (Expression (1.13)).

La méthode POCS permet également d’introduire des contraintes exprimant des
connaissances a-priori sur la solution recherchée. La plus simple est la contrainte de ma-
gnitude :

Cm = {X ∈R
M | α≤ Xm ≤β},

où (α,β) = (0,255) pour les images en niveaux de gris par exemple. Une autre contrainte
possible est la contrainte d’énergie :

CE = {X ∈R
M | ‖X‖2 ≤ E },

qui permet de régulariser la solution.
Dans [Patti et al., 1994, Patti et al., 1997a, Patti et al., 1997b], Les auteurs ont proposé

des extensions de la méthodes POCS pour tenir compte de la variation de la RI par transla-
tion, du flou de mouvement et de l’effet d’aliasage. Eren et al. [Eren et al., 1997] ont étendu
la méthode de [Patti et al., 1997b] et ont proposé une technique utilisant les mouvements
des objets dans les séquences vidéos. Elad et Feuer [Elad et Feuer, 1997] ont analysé et
comparé les méthodes ML, MAP et POCS et ont proposé une approche hybride. Patti
et Altunbasak [Patti et Altunbasak, 2001] ont étendu les techniques précédentes en amé-
liorant la discrétisation du modèle d’observation et ont modifié les contraintes (les en-
sembles convexes) afin de réduire le phénomène d’oscillation dans l’image reconstruite.
Dans [Caner et al., 2003], Caner et al. ont utilisé la méthode POCS en SR dans le contexte
de la vidéo surveillance où la séquence d’images utilisée représente une scène dynamique
et est acquise par des caméras différentes.

Le principal avantage des méthodes POCS réside dans la simplicité d’incorporer dif-
férents types de contraintes et de connaissances à priori afin de régulariser la solution.
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De plus, la convergence vers une solution vérifiant toutes les contraintes est garantie, si
cette dernière existe (si C0 6= ;). Cependant, les méthodes POCS ont un coût calculatoire
très élevé et convergent très lentement, ce qui limite leur applicabilité dans beaucoup de
domaines. D’autre part, la solution n’est pas unique et dépend fortement du choix de la
solution initiale.

1.5 Approches par apprentissage

Les approches par apprentissage en SR ont émergé au début des années 2000
[Freeman et al., 2000]. Elles ont été introduites suite au constat des limites des
approches précédentes, dites classiques, vis à vis d’une insuffisance de données
[Baker et Kanade, 2002]. Ces techniques sont basées sur des mécanismes d’apprentis-
sage. Dans le cas de la SR, une donnée d’apprentissage, appelée aussi "exemple", est un
couple de vecteurs (xe

i ,ye
i ) où xe

i représente un patch d’une image hautement résolue et
ye

i représente un patch d’une images bassement résolue tel que ye
i = DHxe

i +Bi . Comme
dans l’Expression (1.8), H modélise l’effet de la RI, D est un opérateur de décimation et
Bi représente un bruit. On appelle l’ensemble de ces exemples la base d’apprentissage.
Les approches par apprentissage se déroulent généralement en deux phases : la première,
appelée phase d’apprentissage, s’effectue hors-ligne. Elle consiste en la création de la base
d’apprentissage par génération de la séquence ye

i à partir de la séquence xe
i . La deuxième

phase est celle de la reconstruction de l’image hautement résolue. Elle consiste en l’ex-
traction de patchs des images bassement résolues disponibles et en la prédiction de leurs
patchs hautement résolus correspondants en utilisant la base d’apprentissage. La taille
des patchs doit être proprement choisie. S’ils sont trop petits, la correspondance avec les
patchs de la base ne sera pas significative. S’ils sont trop grands, il faudrait une quantité de
données considérable pour que la phase d’apprentissage soit valable.

Une façon basique de faire de la reconstruction SR en utilisant la bases d’apprentissage
est de trouver, pour chaque patch des images bassement résolues, son plus proche voisin
ye

i de la base, et de lui assigner le patch hautement résolu correspondant c.à.d. xe
i . Cepen-

dant, cette approche simpliste introduit des artefacts conséquents dans l’image recons-
truite [Elad et Datsenko, 2009], dû à la mauvaise correspondance spatiale des patchs entre
eux. Dans [Freeman et al., 2000, Freeman et al., 2002] les auteurs ont proposé une méthode
utilisant les k plus proches voisins. Le meilleur patch hautement résolu est sélectionné à
l’aide de l’algorithme de propagation de croyance [Yedidia et al., 2000] basé sur un forma-
lisme Markovien. Dans [Sun et al., 2003], les auteurs ont étendu la méthode en utilisant les
"primal sketch priors" [Marr et Vision, 1982] afin de préserver la netteté des contours. Ils
appliquent ensuite l’algorithme de rétro-projection itérative [Irani et Peleg, 1990] comme
post-traitement. Dans [Wang et al., 2005], la même idée est reprise en intégrant un mo-
dèle statistique pour l’estimation de la RI via un modèle paramétrique. Chang et al.
[Chang et al., 2004] ont proposé une méthode plus performante basée sur la technique
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d’intégration de voisins [Tenenbaum et al., 2000] utilisant une seule image bassement ré-
solue. Pour chaque patch de cette image, représenté par son vecteur y j , la méthode trouve
N j , l’ensemble de ses k plus proches voisins (k ∈ N) dans l’ensemble {ye

i } et calcule les
poids de reconstruction avec la technique d’intégration de voisins ("neighbor embed-
ding") :

ŵs = argmin
ws



‖yj −
∑

ye
s∈N j

wsye
s‖

2
2



 , tel que
∑

ye
s∈N j

ws = 1. (1.29)

Ces poids de reconstruction sont alors utilisés pour générer le patch hautement résolu cor-
respondant :

x j =
∑

ye
s∈N j

ŵsxe
s . (1.30)

Pour résoudre le problème de compatibilité entre patchs adjacents, une simple moyenne
est appliquée aux zones de recouvrements. L’algorithme fonctionne bien même avec
l’utilisation de patchs de taille relativement petite (patchs plus petits que ceux utilisés
dans [Freeman et al., 2000, Freeman et al., 2002]). Yang et al. [Yang et al., 2008] ont pro-
posé une autre méthode où la base d’exemples est modélisée par deux dictionnaires
Dh = [xe

1 xe
2 . . .xe

n] et Dl = [ye
1 ye

2 . . .ye
n]. Les poids de reconstruction sont représentés par

un vecteur calculé par une minimisation de la norme w L1 du vecteur [Donoho, 2006] :

ŵ = arg min
w

(
‖w‖1

1

)
, tel que ‖y j −Dl w‖2

2 ≤α. (1.31)

Les patchs hautement résolus sont alors reconstruits par :

x j = Dhŵ. (1.32)

Cette méthode basée sur une minimisation de la norme L1 est plus robuste aux don-
nées bruitées et aux valeurs aberrantes que toutes les techniques précédentes basées sur
des patchs [Milanfar, 2010]. Dans une version ultérieure, Yang et al. [Yang et al., 2010] ont
étendu la méthode en utilisant une modélisation plus compacte des dictionnaires, rendant
l’algorithme plus efficace.

Une critique habituellement formulée à l’égard de ces approches concerne leur carac-
tère local qui va à l’encontre d’une estimation globalement optimale. Dans les travaux
pionniers de Baker et Kanade [Baker et Kanade, 2002], une régularisation a été formulée
de manière explicite assurant la continuité des dérivées spatiales de l’image hautement ré-
solue globale. Dans [Datsenko et Elad, 2007], les auteurs ont proposé une méthode de ré-
gularisation basée sur les exemples. La méthode trouve un ensemble des plus proches voi-
sins dans la base d’apprentissage, et cet ensemble est utilisé pour définir l’expression de l’à
priori sur l’image recherchée, basée sur une formulation MAP. Dans [Glasner et al., 2009],
les auteurs ont proposé un cadre unifié pour combiner les techniques de SR dites clas-
siques avec celles basées sur des exemples. Leur approche tire profit de la redondance des
patchs (ou des motifs) dans les images naturelles.
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Les approches par apprentissage connaissent un intérêt croissant dans la littérature
depuis leur apparition au début des années 2000. De nombreuses évolutions ont été pro-
posées. Leur performance a été montrée dans le cas de certains domaines d’application
comme la reconstruction hautement résolue de caractères alphanumériques ou la recon-
naissance faciale [Baker et Kanade, 2002]. De plus, en variant les modèles de RI durant
la phase d’apprentissage, ces approches permettent, de manière implicite, de prendre en
compte la méconnaissance de la RI de l’imageur dans la reconstruction. Il serait intéres-
sant d’évaluer cette capacité. Cependant, quelques interrogations subsistent concernant
l’application de ces méthodes. Par exemple, comment choisir la bonne taille des patchs ?
Comment bien choisir la base d’exemples ? En effet, une base d’exemples contenant un
type d’images ne sera pas adéquate pour la reconstruction d’images d’un autre type (sta-
tistiques différentes). Un autre inconvénient de ces approches est leur temps de calcul sou-
vent très élevé notamment durant la phase de recherche des voisins les plus proches dans
la base d’exemples.

1.6 Discussion

1.6.1 Représentation de la réponse impulsionnelle

La Réponse Impulsionnelle (RI) est une fonction mathématique décrivant la réponse
d’un système d’imagerie à une source ponctuelle. C’est pourquoi on parle de réponse im-
pulsionnelle. Elle est utilisée dans divers domaines pouvant relever de l’optique (astrono-
mie, microscopie, ophtalmologie), ou d’autres techniques d’imagerie (radiographie, écho-
graphie, IRM).

En imagerie 2D, la RI combine généralement l’effet de l’optique de l’appareil de
mesure et la façon dont le capteur de luminance réalise la transformation illumina-
tion−→electricité. Elle peut être vue comme un filtre anti aliasage (ou anti repliement),
mais elle est généralement considéré comme un défaut à cause de l’effet de flou qu’elle
induit souvent dans l’image acquise. On modélise alors la RI d’un imageur, notée h, par la
convolution de deux fonctions centrées à supports compacts ho et hi :

∀(ωx ,ωy ) ∈R
2, h(ωx ,ωy ) = (ho ∗hi )(ωx ,ωy ),

où ho est une fonction positive modélisant l’effet de l’optique induit par les lentilles et l’ou-
verture finie de l’imageur, et hi est une fonction positive modélisant l’intégration spatiale
effectuée par un détecteur CCD. La Figure (1.2) illustre ce phénomène.

En supposant qu’un détecteur photosensible CCD est carré de taille S et qu’il est uni-
formément sensible à la lumière, la fonction hi peut raisonnablement être représentée par
une fonction boite :

hi (ωx ,ωy ) =
{ 1

S2 si ωx ∈ [−S
2 , S

2 ] et ωy ∈ [−S
2 , S

2 ],
0 sinon.
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Rayon lumineux

Lentilles

Ouverture finie

Effet de l’optique : ho

Capteur CCD Intégration spatiale : hi

Sortie

FIGURE 1.2 – Illustration de l’effet de la RI.

Cependant, cette représentation n’est qu’un modèle approximatif et rien ne garantit
qu’il soit correct et que les détecteurs photosensibles se comportent tous de la même fa-
çon. Il en est de même pour la fonction ho qui est généralement inconnue et non invariante
par translation. Ceci rend la RI h impossible à connaître précisément.

Deux modèles de RI sont généralement utilisés en super-résolution dans la lit-
térature. Certains auteurs modélisent la RI h elle-même par une fonction boite
[Capel et Zisserman, 1998, Stark et Oskoui, 1989], et d’autres la modélisent par une gaus-
sienne. Le choix d’une fonction boite peut être expliqué par la prise en compte uniquement
de l’effet de l’intégration spatiale par les détecteurs CCD. En effet, la fonction h ne peut
être une fonction boite si hi en est une et ho est une fonction positive différente du Dirac
[Unser et al., 1991]. Nous pensons donc que la fonction boite est un modèle incomplet.
La convolution des deux fonctions hi et ho donne généralement une fonction unimodale
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centrée, à support compact dont le mode est 0 et qui est croissante sur {ωx ∈ [−∞,0]} et
{ωy ∈ [−∞,0]} et décroissante sur {ωx ∈ [0,+∞]} et {ωy ∈ [0,+∞]}. C’est pour cette raison
que d’autres auteurs modélisent la RI par une gaussienne. Mais la gaussienne n’est qu’une
approximation de ce types de fonctions, et ne peut donc être considérée comme un mo-
dèle exact de la RI. Ces auteurs affirment généralement que le paramètre déterminant sa
largeur (l’écart type σ) peut être estimé, soit

(i) en utilisant des images de calibration lorsque l’imageur est disponible,

(ii) ou bien à partir d’une ou plusieurs images acquises par un même imageur.

Dans les deux cas, une estimation exacte est très difficile, voire impossible, car le problème
d’identification de ce paramètre est lui-même un problème inverse mal posé.

Le problème d’identification de la RI en super-résolution a été brièvement abordé
dans [Farsiu et al., 2004a]. Dans [Capel, 2004], l’auteur a mis l’accent sur l’importance
de ce problème et a montré les artefacts qui peuvent être induits par l’utilisation d’un
mauvais modèle de RI durant la reconstruction SR. Certains auteurs essayent de pré-
venir ces artefacts en utilisant des techniques classiques de régularisation (voir Sec-
tion 1.3). Dans l’ouvrage [Milanfar, 2010], Chapitre 9, les auteurs ont montré expéri-
mentalement que ces artefacts peuvent demeurer même en utilisant une bonne tech-
nique de régularisation. De plus, les techniques de régularisation tendent à pénaliser les
hautes fréquences dans l’image reconstruite, alors que le but de la super-résolution est
de les reconstruire. Certaines approches, appelées méthodes aveugles, essayent d’esti-
mer conjointement l’image hautement résolue et la RI via des modèles paramétriques
[Nguyen et al., 2001b, Tipping et Bishop, 2002, Wang et al., 2005] où le modèle de la RI est
supposé être connu (fonction boite ou gaussienne), ce qui est une hypothèse assez forte,
mais pas son étendue, qui doit donc être estimée.

Nous pensons qu’il serait intéressant, qu’au lieu d’utiliser un modèle erroné dont l’im-
pact sur la reconstruction peut être important, d’utiliser un modèle imprécis, exprimant
de façon plus réaliste, la connaissance qu’on a sur cette fonction. Le challenge est donc
naturellement d’utiliser un tel modèle dans le cadre d’une reconstruction SR. Ce challenge
est essentiellement l’objet des travaux de cette thèse.

1.6.2 Discussion sur le modèle d’acquisition

Comme nous venons de le voir, le modèle le plus utilisé pour lier les valeurs des pixels
des images bassement résolues avec les valeurs des pixels de l’image hautement résolue
recherchée est synthétisé par l’Expression (1.1). En supposant que toutes les images bas-
sement résolues sont acquises par le même imageur, cette expression peut être réécrite
par :

Yk = DHW k X+Bk ,

où D est une matrice modélisant l’opération de décimation, dont la structure et l’effet sont
décrits dans [Mohammad-Djafari, 2009], H est une matrice creuse modélisant l’effet de la
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RI de l’imageur, elle est généralement construite à partir des données d’un filtre numé-
rique, noté hd , qui est une version discrétisée de la RI h de l’imageur, échantillonnée sur la
grille de l’image hautement résolue. W k est la matrice de la transformation géométrique
rigide modélisant l’effet du mouvement de la caméra, qui recale l’image hautement réso-
lue recherché sur la version sur-échantillonnée de la k i ème image bassement résolue, et Bk

représente le bruit. L’image hautement résolue représentée par X est généralement consi-
dérée comme une version discrète du signal continu d’illumination de la scène, échan-
tillonnée en respectant le critère de Shannon-Nyquist et avec un Dirac (sans introduction
de flou).

Les détails concernant la construction des matrices D, H et W k sont souvent passés
sous silence dans la littérature, probablement parce qu’en pratique, elles ne sont géné-
ralement pas explicitement construites et servent juste à la modélisation et au dévelop-
pement des expressions (modèle d’observation, dérivée, inversion, descente du gradient
etc.). En effet, en raison de leurs très grandes dimensions et du fait qu’elles soient creuses,
ces matrices sont remplacées, dans l’implémentation des algorithmes, par des opérations
linéaires équivalentes sur les pixels (convolution discrète, sous-échantillonnage etc.).

Cependant, la façon de construire la matrice W k ou bien l’opération linéaire corres-
pondante a une grande importance. En effet, notons par exemple I l’image hautement ré-
solue représentée par X et I k l’image représentée par le vecteur Xk =W kX. I k peut être vue
comme une version hautement résolue de la k i ème image bassement résolue. Si la trans-
formation géométrique liant I à I k est une simple translation à valeurs entières dans le ré-
férentiel hautement résolu, alors les points d’échantillonnage de l’image I k correspondent
à des points d’échantillonnage de l’image I qui correspondent aussi aux points d’échan-
tillonnage du filtre hd . Dans ce cas, W k est une matrice binaire. Par contre, si les valeurs de
la translation ne sont pas entières ou bien la transformation géométrique comprend une
rotation, alors les points d’échantillonnage de l’image I k ne correspondent généralement
pas à des points d’échantillonnage de l’image I et donc ne correspondent pas aux points
d’échantillonnage du filtre hd . Dans ce cas la matrice W k n’est pas binaire et l’opération li-
néaire correspondante doit comprendre une interpolation, la transformation géométrique
puis un rééchantillonnage sur la grille de I .

Maintenant, selon la fonction d’interpolation utilisée, l’opération HW kX peut avoir
une interprétation différente. Notons γ1 cette fonction d’interpolation, t k la transforma-
tion géométrique liant I à I k et γk

1 la version de γ1 ayant subi la transformation t k . L’opé-
ration HW k X est équivalente à l’opération :

hd∗⊥ (γk
1 )∗ I , (1.33)

où ⊥ ( f ) indique que la fonction f est discrétisée. Si, par exemple, γ1 est une fonction
d’interpolation d’ordre 1 (bilinéaire), alors elle peut s’écrire γ1 = γ0∗γ0 où γ0 est la fonction
d’interpolation d’ordre 0 (plus proche voisin). En notant γk

0 la version de γ0 ayant subi la
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transformation t k , l’Expression (1.33) peut alors s’écrire

hd∗⊥ (γ0 ∗γk
0 )∗ I = hd∗⊥ (γ0)∗⊥ (γk

0 )∗ I

= gd∗⊥ (γk
0 )∗ I , (1.34)

où gd = hd∗⊥ (γ0) peut être vue comme une version discrétisée d’une RI g plus large que
la RI h. L’opération HW k X peut donc correspondre au choix de la RI h et d’une interpola-
tion bilinéaire, ou bien d’une RI g plus large que h et d’une interpolation par plus proche
voisin. Cette remarque signifie que chacune des fonctions de la RI et d’interpolation doit
être choisie judicieusement en fonction de l’autre.

1.7 Conclusion

Nous avons présenté, dans ce chapitre, un état de l’art des méthodes de SR en les clas-
sant en cinq grandes catégories. La catégorie qui a suscité le plus de travaux est celle des
approches par optimisation, certainement en raison de leur flexibilité qui permet de trai-
ter plusieurs problèmes rencontrées en SR. Par exemple, elles permettent de filtrer le bruit
aléatoire, présent dans les images, par des techniques de régression, de tenir compte de la
différence d’exposition entre les image bassement résolues en la prenant en compte dans
le modèle d’observation, de prendre en compte différents types de mouvements entre les
images (translations, rotations, transformations affines etc), ou encore, d’estimer de ma-
nière conjointe les valeurs des pixels de l’image hautement résolue recherchée et les para-
mètres des mouvements ou les paramètres de la RI de l’imageur. Ces approches diffèrent
entre elles essentiellement par les techniques de régularisation qu’elles utilisent pour trai-
ter le mauvais conditionnement du problème.

La deuxième catégorie d’approches qui a suscité le plus d’intérêt, notamment durant
ces dernières années, est celle des approches par apprentissage apparues assez récemment
(début des années 2000). Ces approches sont nées dans le but de surmonter les limites
des approches précédentes dites classiques. Ces limites, qui sont essentiellement dues à
l’insuffisance de données, ont été mises en évidence dans [Baker et Kanade, 2002]. Cer-
taines de ces approches sont capables de faire de la reconstruction SR en utilisant une seule
image bassement résolue comme celle présentée dans [Glasner et al., 2009]. Quelques ré-
sultats de cette méthode sont visibles à cette URL 1.

Malgré le très grand nombre de méthodes de SR proposées dans la littérature et les
diverses techniques de régularisation utilisées, très peu de travaux se sont focalisés sur
le problème induit par une mauvaise identification de la RI de l’imageur. La plupart des
méthodes de SR supposent que la RI est précisément connue ou bien qu’elle peut être

1. http ://www.wisdom.weizmann.ac.il/ vision/SingleImageSR.html
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précisément estimée en utilisant des techniques d’identification, considérant ainsi ce pro-
blème comme un problème pré-SR. En effet, les auteurs supposent généralement que la
RI de l’imageur peut être estimée soit en utilisant des images de calibration, lorsque l’ima-
geur est disponible, ou bien à partir de la séquence d’images bassement résolues, lorsque
l’imageur n’est pas disponible. Or, dans les deux cas, une estimation exacte et précise de
la RI est impossible en pratique car cette estimation constitue, elle aussi, un problème mal
posé.

D’autres auteurs considèrent que l’erreur induite par un mauvais modèle de RI peut
être prise en compte dans le terme du bruit B de l’Expression (1.8), généralement considéré
comme étant aléatoire et centré. Or, l’erreur induite par un mauvais modèle de RI n’est pas
aléatoire mais systématique, et n’a aucune raison d’être toujours centrée. Les techniques
classiques de régression ne prennent donc pas en compte cette erreur.

Pour ce qui est des approches par apprentissage, nous pensons qu’elles permettent im-
plicitement de tenir compte de la méconnaissance de la RI en variant le modèle et les pa-
ramètres de la RI permettant d’obtenir les patchs bassement résolus de la base d’exemples.
Mais cette capacité n’a pas encore été, à notre connaissance, évaluée quantitativement.



CHAPITRE

2
Notations et définitions préliminaires

Dans cette partie, nous introduisons les concepts utilisés dans la méthode de super-
résolution que nous proposons et quelques opérateurs associés. Parmi ces concepts, nous
verrons notamment celui des noyaux maxitifs permettant de modéliser la connaissance
imprécise de la RI de l’imageur et celui des partitions floues permettant d’obtenir des mo-
dèles continus des images discrètes manipulées.

2.1 Notations

Afin de faciliter la compréhension à notre lecteur, et pour éviter toute confusion ou
ambiguïté, nous fixons dans cette section quelques notations que nous utiliserons tout
au long de ce chapitre. R désigne l’ensemble des nombres réels et IR l’ensemble de tous
les intervalles de R. Ω est un sous-ensemble convexe de R

2 et P(Ω) l’ensemble de tous
les sous-ensembles Lebesgue-mesurables de Ω. Soit N un entier positif, nous notons ΘN

l’ensemble {1, . . . , N } ⊂N etP(ΘN ) l’ensemble des parties de l’ensembleΘN (c.à.d.P(ΘN ) =
2ΘN ). Nous notons l1 l’espace des fonctions f : Ω→ R intégrables sur Ω et L1 l’espace des
fonctions discrètes F : ΘN →R sommables.

2.2 Mesures de confiance et intégrales

Une mesure de confiance est une fonction d’ensembles exprimant le degré de certi-
tude qu’on a qu’un évènement appartienne à un ensemble. Par exemple, la mesure de
probabilité est la mesure la plus populaire et la plus utilisée. Une capacité est une fonction
d’ensembles pouvant généraliser le concept de probabilité. La notion de capacité a été
introduite dans [Choquet, 1953] dans le contexte de sa théorie des capacités. Un concept

27
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similaire a été proposé par Sugeno [Sugeno, 1974] sous le nom de mesure floue et par Den-
neberg [Denneberg, 1994] sous le nom de mesure non-additive. Une capacité peut être
définie dans le domaine discret ou continu.

Définition 1. Une capacité continue ν est une fonction d’ensemble ν : P(Ω) → [0,1] telle que

ν(∅) = 0, ν(Ω) = 1 et ∀A,B ∈P(Ω), A ⊆ B ⇒ ν(A) ≤ ν(B),

où ∅ désigne l’ensemble vide dans R2.
La capacité conjuguée d’une capacité ν, notée νc 1, est définie par :

∀A ∈P(Ω), νc (A) = 1−ν(Ac ),

Ac étant le complémentaire de A dans Ω.
Une capacité ν est dite concave si

∀A,B ∈P(Ω), ν(A∪B)+ν(A∩B) ≤ ν(A)+ν(B).

Elle est dite convexe si

∀A,B ∈P(Ω), ν(A∪B)+ν(A∩B) ≥ ν(A)+ν(B).

Le cœur d’une capacité concave ν, noté M(ν), est l’ensemble non vide de toutes les
mesures de probabilités P sur P(Ω) tel que

∀A ∈P(Ω), ν(A) ≥ P (A).

Remarque 1. Si ν est une capacité concave, sa capacité conjuguée νc est convexe. En raison
de cette relation de conjugaison entre ν et νc , le cœur de ν peut être réécrit :

M(ν) = {P probabilité sur P(Ω),∀A ∈P(Ω),νc (A) ≤ P (A) ≤ ν(A)}.

Remarque 2. Une capacité concave égale à sa conjuguée est une mesure de probabilité.

Définition 2. Soit f : Ω→ R
+ une fonction positive dans l1 bornée et ν une capacité définie

sur P(Ω). L’intégrale de Choquet de f par rapport à ν est la valeur réelle Cν( f ) définie par :

Cν( f ) =
∫∞

0
ν{x ∈Ω, f (x) ≥α}dα. (2.1)

Cette définition peut être facilement étendue au cas des fonction non positives en
considérant l’intégrale de Choquet asymétrique.

1. Nous n’utiliserons pas la notation classique ν̄ pour éviter la confusion avec d’autre notations.
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Définition 3. Soit f : Ω → R une fonction dans l1 bornée et ν une capacité concave défi-
nie sur P(Ω). Soit f + (resp. f −) la fonction définie par ∀x ∈ Ω, f +(x) = max( f (x),0) (resp.
f −(x) = max(− f (x),0)). L’intégrale de Choquet asymétrique de f par rapport àν est la valeur
réelle Čν( f ) définie par :

Čν( f ) =Cν( f +)−Cν( f −). (2.2)

Propriété 1. Pour toutes fonctions f et g dans l1, Cν( f + g ) ≤Cν( f )+Cν(g ). De plus, si f et
g sont co-monotone sur Ω, alors Cν( f + g ) =Cν( f )+Cν(g ).

Toutes ces définitions et propriétés sont valides aussi dans le domaine discret.

Définition 4. Une capacité discrète ν est une fonction d’ensembles ν : P(ΘN ) → [0,1] telle
que

ν(∅) = 0, ν(ΘN ) = 1 et ∀A,B ∈P(ΘN ), A ⊆ B ⇒ ν(A) ≤ ν(B),

∅ étant l’ensemble vide dans N. Les définitions de la capacité conjuguée, de la conca-
vité et du cœur des capacités concaves sont les mêmes que dans le cas continu.

Définition 5. Soit F : ΘN → R
+ une fonction positive dans L1 bornée et ν une capacité

concave sur P(ΘN ). L’intégrale de Choquet de F par rapport à ν est la valeur réelle Cν(F )
définie par :

Cν(F ) =
∑

n∈ΘN

F(n)
(
ν(A(n))−ν(A(n+1))

)
, (2.3)

où F(n) indique que les indices ont été permutés de manière à ce que

F(1) ≤ . . . ≤ F(N),

et
A(n) = {(n), . . . , (p)} et A(N+1) =∅.

Si F est non positive, alors l’intégrale de Choquet asymétrique peut aussi être définie
dans le cas discret de la même façon que dans le cas continu. Soit F : ΘN →R une fonction
dans L1 bornée et ν une capacité sur P(ΘN ). L’intégrale de Choquet asymétrique de F par
rapport à ν est la valeur réelle Čν(F ) définie par :

Čν(F ) =Cν(F+)−Cν(F−), (2.4)

avec F+ (resp. F−) la fonction définie par ∀k ∈ ΘN , F+
k = max(Fk ,0) (resp. F−

k =
max(−Fk ,0)).

Les concepts de probabilités, de fonctions de croyance [Shafer et al., 1976] et de possi-
bilités [Zadeh, 1978, Dubois et Prade, 1983] sont des cas particuliers de capacités.



30 CHAPITRE 2. NOTATIONS ET DÉFINITIONS PRÉLIMINAIRES

2.3 Noyaux sommatifs et noyaux maxitifs

Les noyaux sommatifs sont très souvent utilisés en traitement du signal pour définir
des voisinages pondérés normalisés d’une position réelle. Ils sont utilisés en traitement
d’images pour définir des opérateurs d’agrégation pour lisser ou interpoler des fonctions
discrètes [Loquin et Strauss, 2008].

Un noyau sommatif continu [Loquin et Strauss, 2008] est une fonction continue κ :
Ω−→R

+ qui vérifie la propriété de sommativité, c.à.d.
∫

Ω

κ(x)d x = 1.

Une telle fonction est formellement équivalente à la fonction de densité d’une distribution
de probabilités Lebesgue-measurable Pκ définie par :

∀A ∈P(Ω), Pκ(A) =
∫

A
κ(x)d x.

Nous notons K(Ω) l’ensemble de tous les noyaux sommatifs définis sur Ω.
Un noyau maxitif continu [Loquin et Strauss, 2008] est une fonction continueπ : Ω−→

[0,1] vérifiant la propriété de maxitivité, c.à.d.

sup
x∈Ω

π(x) = 1.

Une telle fonction est équivalente à la densité d’une distribution de possibilités, définissant
ainsi une mesure de possibilité (Ππ) et une mesure de nécessité (Nπ) sur Ω :

Ππ(A) = sup
x∈A

π(x),

et
Nπ(A) = 1− sup

x 6∈A
π(x).

Ππ est une capacité concave tandis que Nπ, sa capacité conjuguée, est convexe.
Un noyau maxitif continu définit un sous-ensemble convexe deK(Ω) [Loquin et Strauss, 2008].

Soit π un noyau maxitif continu, le sous-ensemble M(π) défini par

M(π) = {κ ∈K(Ω)/∀A ∈P(Ω), Nπ(A) ≤ Pκ(A) ≤Ππ(A)},

est appelé le cœur de π. Cette définition coïncide avec la définition donnée dans la Section
2.2.

Ces concepts peuvent facilement être étendu au cas d’une espace discret
[Loquin et Strauss, 2008].
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Un noyau sommatif discret [Loquin et Strauss, 2008] est une fonction discrète η :
ΘN −→ [0,1] vérifiant la propriété de sommativité, c.à.d.

∑
k∈ΘN ηk = 1. Une telle fonction

définit une mesure de probabilités Pη par :

∀A ∈P(ΘN ), Pη(A) =
∑

k∈A

ηk .

L’ensemble de tous les noyaux sommatifs discrets définis sur ΘN est noté K(ΘN ).
Un noyau maxitif discret [Loquin et Strauss, 2008] est une fonction discrète π : ΘN −→

[0,1] vérifiant la propriété de maxitivité, c.à.d. supk∈ΘN
πk = 1. Une telle fonction définit

deux mesures de confiance duales sur ΘN appelées mesure de possibilité (Ππ) et mesure
de nécessité (Nπ) :

Ππ(A) = sup
k∈A

πk ,

et
Nπ(A) = 1− sup

k 6∈A
πk .

Comme dans le cas continu, un noyau maxitif discret définit un sous-ensemble
convexe de noyaux sommatifs discrets, noté M(π) [Rico et Strauss, 2010].

Le noyau maxitif triangulaire et symétrique a des propriétés très intéressantes. En effet,
le cœur d’un noyau maxitive triangulaire symétrique dont le mode est m̃ et dont le support
est [−∆,∆] contient tous les noyaux sommatifs symétriques et monomodaux dont le mode
est m̃ et dont support est [−δ,δ] avec δ≤∆ [Loquin et Strauss, 2008].

2.4 Espérance précise et espérance imprécise

Soit f : Ω→R une fonction dans l1 bornée et P une mesure de confiance additive (c.à.d.
une probabilité). L’espérance précise de f par rapport à P est la valeur réelle EP ( f ) définie
par :

EP ( f ) =
∫∞

0
f dP. (2.5)

Définir P est équivalent à la définition de sa fonction de densité κ :

∀A ∈P(A), P (A) = Pκ(A) =
∫

A
κ(x)d x.

Ainsi, l’Expression (2.5) peut être réécrite par :

EP ( f ) = EPκ( f ) =
∫

Ω

f (x)κ(x)d x. (2.6)

Le concept d’espérance peut facilement être étendu aux capacités concaves (voir e.g.
[Rico et Strauss, 2010]). Soit ν une capacité concave et f : Ω→R une fonction dans l1 bor-
née. L’espérance imprécise de f par rapport à ν est l’intervalle réel Eν( f ) défini par :

Eν( f ) =
[
Eν( f ),Eν( f )

]
=

[
Čνc ( f ), Čν( f )

]
. (2.7)



32 CHAPITRE 2. NOTATIONS ET DÉFINITIONS PRÉLIMINAIRES

Deux propriétés fondamentales viennent des travaux de Denneberg [Denneberg, 1994].

Propriété 2. Si f : Ω→R est une fonction dans l1 bornée etν est une capacité concave définie
sur Ω, alors

∀P ∈M(ν), EP ( f ) ∈ Eν( f ),

et
∀y ∈ Eν( f ), ∃P ∈M(ν) telle que y = EP ( f ).

Propriété 3. Si f , g : Ω→R sont deux fonctions dans l1 bornées et ν est une capacité concave
définie sur Ω, alors

Eν( f + g ) ≤ Eν( f )+Eν(g ),

et
Eν( f + g ) ≥ Eν( f )+Eν(g ).

Les espérances précise et imprécise coïncident lorsqu’on considère une mesure de pro-
babilité, c.à.d. si P est une mesure de probabilité sur P(Ω), alors

EP ( f ) = EP ( f ).

Les espérances précise et imprécise peuvent également être définies dans le domaine
discret. Soit F : ΘN → R une fonction bornée dans L1. Soit Pη une mesure de probabilité
discrète définie sur P(ΘN ) générée par le noyau sommatif discret η. L’espérance précise de
F par rapport à Pη est la valeur précise EPη(F ) définie par :

EPη(F ) =
∑

k∈ΘN

Fkηk . (2.8)

Soit ν une capacité concave définie sur P(ΘN ). L’espérance imprécise de F par rapport
à ν est l’intervalle réel Eν(F ) défini par :

Eν(F ) =
[
Eν(F ),Eν(F )

]
=

[
Čνc (F ), Čν(F )

]
. (2.9)

Les propriétés 2 et 3 sont vraies dans le domaine discret également [Schmeidler, 1989].

Remarque 3. Les espérances supérieures et les capacités concaves coïncident lorsqu’on
considère la fonction caractéristique. Soit ν une capacité concave,

∀A ∈P(Ω), ν(A) = Eν(χA),

χA étant la fonction caractéristique de A.
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Enfin, les opérateurs d’espérance peuvent facilement être étendus aux fonctions in-
tervallistes [Dubois, 2006]. Soit f : Ω→ IR une fonction intervalliste, c.à.d. ∀x ∈Ω, f (x) =
[ f (x), f (x)]. Soit P une mesure de probabilité :

EP ( f ) = [EP ( f ),EP ( f )] = {EP (g )/g ∈ f }.

Cette extension s’applique aussi à l’opérateur d’espérance imprécise. Soit ν une capacité
concave :

Eν : Eν( f ) = [Eν( f ),Eν( f )] = {EP (g )/g ∈ f and P ∈M(ν)}.

Ces extensions s’appliquent aussi aux fonctions discrètes (voir [Strauss et Rico, 2012]).

2.5 Les partitions floues

2.5.1 Ensembles flous

Les ensembles flous sont une généralisation du concept classique des ensembles. Ils
ont été introduit par Zadeh [Zadeh, 1965] afin de représenter mathématiquement le fait
que le passage d’une classe d’objets à une autre est graduel. Un ensemble flou A de Ω est
défini par sa fonction d’appartenance µA : Ω→ [0,1]. Soient A et B deux sous-ensembles
flous de Ω définis respectivement par leurs fonctions d’appartenanceµA et µB . La fonction
d’appartenance de l’intersection de deux ensembles flous A et B est généralement définie
par une T-norme ⊤ et la fonction d’appartenance de leur intersection est définie par la
T-conorme de ⊤ notée ⊥, c.à.d. :

∀ω ∈Ω, µA∩B (ω) =⊤(µA(ω),µB (ω)),

et

µA∪B (ω) =⊥(µA(ω),µB (ω)) = 1−⊤(1−µA(ω),1−µB (ω)).

Parmi les T-normes qu’on peut considérer, on peut citer :
– La T-norme du minimum : ⊤min(µA ,µB ) = min{µA,µB }, dont la T-conorme, notée

⊥max, est l’opérateur maximum : ⊥max(µA,µB ) = max{µA,µB }.
– La T-norme du produit : ⊤prod(µA,µB ) = µA ·µB , dont la T-conorme, notée ⊥sum, est

la somme probabiliste : ⊥sum(µA,µB ) =µA +µB −µA ·µB .
– La T-norme du Łukasiewicz : ⊤Łuk(µA,µB ) = max{0,µA +µB −1}, dont la T-conorme,

notée ⊥Łuk, est la somme bornée : ⊥Łuk(µA,µB ) = min{µA +µB ,1}.
– La T-norme drastique :

⊤drast(µA,µB ) =






µB si µA = 1,

µA si µB = 1,

0 sinon.
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dont la T-conorme, notée ⊥drast, est définie par :

⊥drast(µA,µB ) =






µB si µA = 0,

µA si µB = 0,

1 sinon.

– etc.

2.5.2 Partitions floues

Nous considérons ici Ω comme étant le plan d’une image, c.à.d. une boite de R
2. Une

partition floue à la Ruspini [Ruspini, 1973] de Ω est un ensemble de N sous-ensembles
flous {Cn}n∈ΘN tels que :

(i) ∀ω ∈Ω,
∑N

n=1 µCn (ω) = 1,

(ii) µCn est continue,

(iii) ∀n ∈ΘN , ∃ω ∈Ω tel que µCn (ω) = 1.

Habituellement, les sous-ensembles Cn sont monomodaux, symétriques et régulière-
ment espacés, générés par une fonction générique simple E . Soit {ωn}n∈ΘN un ensemble
de N positions de Ω régulièrement espacées. La génération des Cn avec E est obtenue par

∀ω ∈Ω, µCn (ω) =µE (ωn −ω).

Toutes les partitions floues utilisées dans ce manuscrit sont des partitions à la Ruspini.
Les partitions floues sont très utiles pour réaliser des interpolations [Perfilieva, 2006].

Soit {Fn}n∈ΘN une fonctions réelles discrète. L’interpolation de F conduit à la définition
d’une fonction continue F̂ : Ω→R telle que

∀ω ∈Ω, F̂ (ω) =
∑

n∈ΘN

FnµCn (ω).

Définition 6. Soit A ⊆ ΘN . On définit ΥA comme étant la fonction d’appartenance de⋃
n∈A Cn , où l’union est définie par la T-conorme de Łukasiewicz :

∀ω ∈Ω, ΥA(ω) = min(1,
∑

n∈A
µCn (ω)).

En raison de la Propriété (i) de la partition floue à la Ruspini, on a :

ΥA(ω) =
∑

n∈A
µCn (ω).

Cet opérateur possède une propriété importante :

∀A,B ∈P(ΘN ), ∀ω ∈Ω, ΥA∪B (ω)+ΥA∩B (ω) =ΥA(ω)+ΥB (ω). (2.10)

L’Equation (2.10) découle directement de l’équation générale suivante qui est vrai pour
toute séquence de nombres (un)n=1,...,N :

∑

n∈A∪B
un =

∑

n∈A
un +

∑

n∈B
un −

∑

n∈A∩B
un .
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2.6 Les intervalles réels généralisés

Les intervalles réels sont souvent utilisés pour exprimer l’imprécision sur la connais-
sance de la valeur d’un paramètre, d’une variable etc. Un intervalle réel généralisé est noté
[a] = [a, a] avec a, a ∈ R. Il existe deux types d’intervalles : si a ≤ a, alors l’intervalle est dit
propre, et cette définition correspond aux intervalles réels dit ordinaires (ou classiques). Si
a ≥ a, alors l’intervalle est dit impropre.

Soit [a] et [b] deux intervalles réels généralisés.

Définition 7. L’addition de Minkowski ⊕ et la soustraction de Minkowski ⊖ de [a] et [b] sont
respectivement définies par :

[a]⊕ [b] = [a +b, a +b],

et
[a]⊖ [b] = [a −b, a −b].

L’addition de Minkowski des deux intervalles [a] et [b] est l’intervalle de toutes les va-
leurs pouvant être obtenues en additionnant un élément de [a] avec un élément de [b].
De même, la soustraction de Minkowski de [a] et [b] est l’intervalle de toutes les valeurs
pouvant être obtenues en soustrayant un élément de [b] d’un élément de [a].

Définition 8. L’addition duale de Minkowski ⊞(ou de Hukuhara [Hukuhara, 1967]) de [a]
et [b] est définie comme étant la solution de la soustraction de Minkowski [x]⊖[b] = [a]. Elle
est donnée par :

[a]⊞[b] = [a +b, a +b].

La soustraction duale de Minkowski ⊟ (ou de Hukuhara) de [a] et [b] est définie comme étant
la solution de l’addition de Minkowski [x]⊕ [b] = [a]. Elle est donnée par :

[a]⊟[b] = [a −b, a −b].

Il est à noter que si [a] et [b] sont des intervalles propres, alors [a]⊕ [b] donne un inter-
valle propre également, alors que [a]⊞[b] ne donne pas toujours un intervalle propre.

Les equations [x]⊕ [b] = [a] et [x]⊖ [b] = [a] n’ont pas toujours une solutions dans le
cadre des intervalles réels ordinaires, alors qu’elles ont toujours une solution dans le cadre
des intervalles réels généralisés.

Toute opération de Minkowski ou opération duale de Minkowski peut être facilement
étendue aux vecteurs intervallistes. Soit IRp l’ensemble des vecteurs intervallistes de di-
mension p. Soit [A], [B] ∈ IR

p deux vecteurs intervallistes tels que [A] = ([a1], . . . , [ap ]) et
[B] = ([b1], . . . , [bp ]), on a alors

[A] ⋊⋉ [B] = ([a1]⋊⋉ [b1], . . . , [ap ]⋊⋉ [bp ]),

avec ⋊⋉∈ {⊕,⊖,⊞,⊟}.
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Le cadre des intervalles généralisés est très commode pour la généralisation des opéra-
tions arithmétiques (voir e.g. [Gardenes et al., 2001]). Soit [a] et [b] deux intervalles propres
(ordinaires) et [x] un intervalle inconnu. La généralisation de Minkowski de l’équation
x −a = b, dont la solution est x = b +a, peut conduire à deux équations intervallistes pos-
sibles :

(i) [x]⊖ [a] = [b], si [a] est plus spécifiques que [b],

(ii) [x]⊖ [b] = [a], dans le cas contraire.

Si la solution [x] = [b]⊞[a] est un intervalle propre, alors c’est la solution propre de l’équa-
tion [x]⊖ [a] = [b]. Si [x] = [b]⊞[a] est un intervalle impropre, alors [x, x] est la solution
propre de l’équation [x]⊖ [b] = [a].



CHAPITRE

3
Traitement d’un modèle imprécis de

la RI en Super-Résolution

Dans ce chapitre, nous présentons en détails la démarche que nous avons adoptée pour
développer une méthode de super-résolution utilisant une connaissance imprécise sur la
RI de l’imageur. Ce chapitre est organisé comme suit : dans la Section 3.1 nous introdui-
sons notre modèle de super-résolution. Dans la Section 3.2 nous revisitions le modèle de
super-résolution via une approche par passage continu/discret qui nous permet de mieux
définir les opérateurs de projection et de rétro-projection (voir Section 1.3.1). Dans la Sec-
tion 3.3 nous proposons une réinterprétation de l’algorithme de rétro-projection itérative
(IBP) basée sur ce modèle de super-résolution. Dans la Section 3.4 nous introduisons le
concept de fonctions de pondération de voisinage que nous proposons de construire à
partir de partitions floues du plan image. Nous montrons que ces fonctions permettent
de modéliser une connaissance imprécise de la RI d’un imageur. Dans la Section 3.5 nous
proposons des opérateurs de projection et de rétro-projection additifs précis pour le cas
où la RI de l’imageur est précisément connue. Dans la Section 3.6 nous proposons une ex-
tension non-additive imprécise de ces deux opérateurs pour le cas où la RI de l’imageur est
connue de manière imprécise. Enfin, dans la Section 3.7 nous présentons une adaptation
de l’algorithme de rétro-projection itérative aux deux opérateurs imprécis de projection et
de rétro-projection, c.à.d. au modèle imprécis de RI que nous avons proposé.

3.1 Notre modèle de Super-Résolution

Dans la plupart des articles de la littérature, la réalisation d’une image super-résolue
s’appuie sur le modèle d’une relation directe entre l’image hautement résolue recherchée
et les images bassement résolues. Dans ce modèle, les images bassement résolues sont
supposées être obtenues en mesurant l’image hautement résolue recherchée dont elles se-
raient des versions floutées par la RI de l’imageur, sous-échantillonnées et dont la superpo-

37
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sition pourrait être obtenue par une transformation rigide. Ce modèle n’est pas correct. Le
rééchantillonnage de l’image hautement résolue ne peut aboutir à une image bassement
résolue ne serait-ce que parce que leurs points d’échantillonnage ne coïncident générale-
ment pas. D’ailleurs, comme nous l’avons fait remarquer dans la Section 1.6.2, le modèle
de l’Expression (1.1) doit utiliser de façon implicite un retour vers une image continue.
Nous proposons d’expliciter ce retour vers le continu en créant une modélisation reliant
l’image hautement résolue à l’ensemble des images bassement résolues, se basant sur la
simple hypothèse que toutes ces images sont des mesures discrètes d’une même image
continue z. Une autre façon d’énoncer cette modélisation est la suivante : l’image haute-
ment résolue recherchée est l’image qui aurait été acquise par un imageur avec une grille
de pixels plus hautement résolue et ayant une RI plus spécifique. La Figure (3.1) illustre ce
modèle. Pour mettre en équation ce modèle, nous gardons les notations établies dans le
Chapitre 1. Le vecteur des valeurs de l’image hautement résolue à reconstruire est noté
X = [x1, x2, . . . , xM ]T , M étant le nombre de pixels de cette image et les pixels étant ran-
gés suivant un ordre lexicographique. g est la RI de l’imageur hautement résolue. Pour
reconstruire cette image hautement résolue, on dispose de K images bassement résolues.
Le vecteur des valeurs d’illumination de la k i ème image bassement résolue (k ∈ ΘK ) est
noté Yk = [yk

1 , yk
2 , . . . yk

N ]T , N étant le nombre de pixels de l’imageur bassement résolu et
h sa RI. Les pixels sont rangés dans un ordre lexicographique. t k : Ω → Ω, v 7→ t k (v) est
la transformation rigide associée à la k i ème image bassement résolue et tk : Ω→ Ω est la
transformation inverse de t k (c.à.d. ∀v ∈Ω, tk (t k (v))= t k ( tk (v)) = v). On suppose bien sur
que M ≫ N et que g est plus spécifique que h. Enfin, nous notons z : Ω → R la fonction
d’illumination continue dont X et {Yk }k∈ΘK sont des mesures.

Nous modélisons la relation entre l’image continue z et l’image discrète bassement
résolue par :

∀(n,k) ∈ΘN ×ΘK , yk
n =

∫

R2
z(t k (v))h(ωn −v)d v +bk

n , (3.1)

où ωn ∈Ω est la position du ni ème pixel de l’imageur et bk
n représente un bruit de mesure.

La relation entre l’image continue z et l’image discrète hautement résolue est modéli-
sée par :

∀m ∈ΘM , xm =
∫

R2
z(v)g (̟m −v)d v +b′

m , (3.2)

où ̟m est la position du mi ème pixel hautement résolu et b′
m représente un bruit de me-

sure.
Une autre raison qui a motivé le choix de ce modèle est que l’hypothèse, largement

adoptée dans la littérature, que l’image hautement résolue recherchée est une version dis-
crétisée de z échantillonnée par un Dirac n’est pas consistante. En effet, il est important
de se rappeler que le fait de limiter les hautes fréquences d’un signal échantillonné réduit
l’apparition d’effets d’aliasage lors de la manipulation de cette information échantillon-
née. Le fait de vouloir estimer une image dont l’étendue en fréquences n’est pas limitée
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FIGURE 3.1 – Acquisitions bassement résolue et hautement résolue.

est une source de ces effets. Dans [Michaeli et Irani, 2013], les auteurs ont utilisé ce même
modèle, ce qui nous conforte dans notre choix.
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3.2 Approche par passage continu/discret pour la
définition des projection et rétro-projection

La méthode de rétro-projection itérative proposée par Irani et Peleg [Irani et Peleg, 1991]
est essentiellement une technique de descente du gradient minimisant l’erreur qua-
dratique ‖Y − AX‖2

2, où A est l’opérateur de projection défini dans l’Expression (1.8).
L’algorithme est basé sur l’utilisation répétée de deux opérateurs appelés projection et
rétro-projection notés respectivement A et R et est donné par l’Equation (3.3)

X̂
i+1 = X̂

i +R(Y− AX̂
i
). (3.3)

Nous présentons dans cette section une approche par passage continu/discret pour la dé-
finition des opérateurs de projection et de rétro-projection basées sur notre modèle intro-
duit dans la Section 3.1.

3.2.1 Projection

La projection est l’opération permettant d’estimer les vecteurs {Yk }k∈ΘK contenant les
valeurs d’illumination des K images bassement résolues à partir du vecteur X contenant
les valeurs d’illumination de l’image hautement résolue. Soit ẑg l’image continue obtenue
en interpolant l’image hautement résolue en utilisant une fonction d’interpolation γ :

∀ω ∈Ω, ẑg (ω) =
∑

m∈ΘM

γ(ω−̟m)xm . (3.4)

En définissant une fonction γm par

∀ω ∈Ω et ∀m ∈ΘM , γm(ω) = γ(ω−̟m),

l’Expression (3.4) peut être réécrite par :

∀ω ∈Ω, ẑg (ω) =
∑

m∈ΘM

γm(ω)xm . (3.5)

Cette réécriture nous permettra de simplifier le développement de certaines expressions
par la suite. L’image ẑg peut être vue comme une approximation de l’image z convoluée
avec la RI g , c.à.d. :

ẑg ≃ z ∗ g . (3.6)

L’image ẑg nous permettra de simuler l’acquisition de la séquence d’images bassement
résolues. Notons f la distribution qu’il faut convoluer avec g pour obtenir la RI h, c.à.d. la
solution de l’équation :

h = g ∗ f . (3.7)
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f peut donc être définie par :
f = g−∗∗h, (3.8)

ou g−∗ désigne la fonction inverse de g , si elle existe, par rapport à l’opération de convo-
lution ∗. f est une distribution qui n’est pas nécessairement une fonction, mais on peut,
sans perte de généralité, supposer dans la suite que c’est une fonction. On utilisera donc,
par analogie avec ce qui se fait en traitement du signal classique, la notation abusive mais
pratique f (ω).

En convoluant l’image ẑg avec f , on obtient une approximation de l’image z convo-
luée avec la RI h. En effet, ẑg ∗ f ≃ z ∗ g ∗ f = z ∗h. La simulation de l’acquisition de la
séquence d’images bassement résolues est alors donnée en remplaçant z par ẑg et h par f
dans l’Equation (3.1) :

∀(n,k) ∈ΘN ×ΘK , ŷk
n =

∫

R2
ẑg (t k (v)) f (ωn −v)d v +bk

n . (3.9)

En injectant l’Equation (3.5) dans l’Equation (3.9) et en négligeant le terme du bruit on
obtient :

∀(n,k) ∈ΘN ×ΘK , ŷk
n =

∫

R2

(
∑

m∈ΘM

γm(t k (v))xm

)

f (ωn −v)d v (3.10)

=
∑

m∈ΘM

xm

∫

R2
γm(t k (v)) f (ωn −v)d v. (3.11)

En définissant la fonction γk
m , par

∀k ∈ΘK et ∀v ∈Ω, γk
m(v) = γm(t k (v)),

l’Expression (3.11) devient

∀(n,k) ∈ΘN ×ΘK , ŷk
n =

∑

m∈ΘM

xm

∫

R2
γk

m(v) f (ωn −v)d v (3.12)

=
∑

m∈ΘM

xm(γk
m ∗ f )(ωn) (3.13)

=
∑

m∈ΘM

ηk
m,n xm , (3.14)

où
∀(n,m,k) ∈ΘN ×ΘM ×ΘK , ηk

m,n = (γk
m ∗ f )(ωn). (3.15)

ηk
m est un noyau de reconstruction discret obtenu en échantillonnant les fonctions

(γk
m ∗ f )((m,k)∈ΘM ×ΘK ) sur les grilles bassement résolues. La projection peut être exprimée

sous la forme matricielle :
Yk = Ak X,
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comme dans l’Expression (1.2) où

Ak =





ηk
1,1 ηk

2,1 · · · ηk
M ,1

ηk
1,2

. . .
...

...
. . .

...
ηk

1,N · · · · · · ηk
M ,N




,

lorsque le bruit est ignoré. On peut aussi écrire la projection sous la forme

Y = AX,

où

Y =





Y1

Y2

...
YK



 et A =





A1

A2

...
AK



 .

3.2.2 Rétro-projection

La rétro-projection est une opération duale de la projection. C’est une opération qui
consiste en la projection et l’agrégation des données des images bassement résolues dans
la grille hautement résolue. Lorsqu’elle est appliquée aux K vecteurs Yk , on obtient un

vecteur X̂
h =

[
x̂h

1 , x̂h
2 , . . . x̂h

M

]T
contenant les valeurs d’illumination d’une image hautement

résolue en nombre de pixels mais dont les hautes fréquences on été fortement atténuées.
Cette idée est également utilisée par les méthodes dites d’interpolation puis restauration
(voir Section 1.2) sans que la fonction de rehaussement des hautes fréquences ne soit cor-
rectement spécifiée.

Avec la k i ème image bassement résolue (k ∈ΘK ), on peut utiliser une fonction d’inter-
polation générique β et la transformation rigide correspondante tk pour reconstruire une
image continue ẑk

h qui est une approximation très peu informée de l’image z convoluée
avec la RI h. Cette interpolation est donnée par l’Expression (3.16) :

∀ω ∈Ω, ẑk
h(ω) =

∑

n∈ΘN

β( tk (ω)−ωn)yk
n . (3.16)

Naturellement, on peut obtenir une meilleure estimation (car plus informée) de (z ∗h), en
utilisant les K images bassement résolues. C’est justement là qu’on tire profit de la com-
plémentarité de l’information entre les images bassement résolues. Une façon de réali-
ser cette estimation est d’agréger les K interpolations {ẑk

h}. La technique la plus triviale
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consiste à utiliser l’opérateur moyenne. On obtient alors une estimation ẑh par :

∀ω ∈Ω, ẑh(ω) =
1

K

∑

k∈ΘK

ẑk
h(ω) (3.17)

=
1

K

∑

k∈ΘK

∑

n∈ΘN

β( tk (ω)−ωn)yk
n . (3.18)

En définissant la fonction βk
n par

∀n,k ∈ΘN ×ΘK et ∀ω ∈Ω, βk
n(ω) =β( tk (ω)−ωn),

l’Expression (3.18) devient

∀ω ∈Ω, ẑh(ω) =
1

K

∑

k∈ΘK

∑

n∈ΘN

βk
n(ω)yk

n . (3.19)

Échantillonner ẑh sur la grille hautement résolue nous donne alors une estimation d’une
image qui aurait été obtenue avec un imageur hautement résolu en nombre de pixels mais
dont la RI est h. Cet échantillonnage est donné par :

∀m ∈ΘM , x̂h
m = ẑh(̟m). (3.20)

En injectant l’Expression (3.19) dans l’Equation (3.20) on obtient l’expression de rétro-
projection :

∀m ∈ΘM , x̂h
m =

1

K

∑

k∈ΘK

∑

n∈ΘN

βk
n(̟m)yk

n (3.21)

=
1

K

∑

k∈ΘK

∑

n∈ΘN

ϕk
n,m yk

n , (3.22)

où
ϕk

n,m =βk
n(̟m), ∀(m,n,k)∈ΘM ×ΘN ×ΘK .

ϕk
n est un noyau de reconstruction discret obtenu en échantillonnant les (βk

n)((n,k)∈ΘN ×ΘK )

sur la grille hautement résolue. La rétro-projection peut aussi être exprimée sous la forme
matricielle :

X̂
h = RY

où :

R =
1

K

[
R1,R2, . . .RK ]

,

et

∀k ∈ΘK , Rk =





ϕk
1,1 ϕk

2,1 · · · ϕk
N ,1

ϕk
1,2

. . .
...

...
. . .

...
ϕk

1,M · · · · · · ϕk
N ,M




.
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X̂
h

peut être vu comme un vecteur contenant les données d’une approximation de l’image
continue z échantillonnée sur la grille hautement résolue, mais dont la mesure est obte-
nue par une convolution avec la RI h. Cette image peut également être vue comme une
approximation de l’image hautement résolue recherchée convoluée avec une version dis-
crète de f .

3.3 Réinterprétation de l’algorithme de rétro-projection
itérative IBP

Comme nous l’avons souligné précédemment, le vecteur X̂
h

obtenu en rétro-projetant
les {Yk }k∈Θk

peut être vu comme un vecteur contenant les données d’une approximation de
l’image hautement résolue recherchée convoluée avec une version discrétisée de f . L’algo-
rithme de rétro-projection itérative essaye de retirer le flou introduit par cette convolution
en recherchant le vecteur X qui rend ẑh le plus proche possible de ( f ∗ ẑg ) lorsque ces deux
images sont échantillonnées sur chaque grille bassement résolue. Ceci est réalisé en mi-
nimisant l’erreur quadratique ‖Y− AX‖2

2 avec la méthode de Schultz basée sur l’utilisation
répétée des deux opérateurs de projection et de rétro-projection A et R (Expression (3.3)).

Dans cette section, nous proposons une réinterprétation de cet algorithme. Notre pro-
blème de départ était de faire en sorte de trouver X tel que ẑh soit le plus proche possible
de (ẑg ∗ f ). Ce problème peut être transformé avantageusement en remarquant qu’il est
équivalent à trouver X tel que (ẑh ∗ g ) soit le plus proche possible de (ẑg ∗h), en considé-
rant leur échantillonnage sur les K grilles bassement résolues. Soit G la matrice carrée de
taille K N×K N obtenue en échantillonnant la RI g sur la grille hautement résolue. Soit H la
matrice de taille K N ×M obtenue en échantillonnant les fonctions (γk

m ∗h)(m,k∈ΘM×ΘK ) sur
les grilles bassement résolues. La minimisation du critère ‖Y− AX‖2

2 peut être remplacée
par la minimisation de

‖Y′−HX‖2
2,

où Y′ = GY. L’application de la minimisation itérative de Schultz de ce critère donne un
algorithme itératif de la forme

X̂
i+1 = X̂

i +R(Y′−H X̂
i
).

En remplaçant Y′ par GY on obtient

X̂
i+1 = X̂

i +R(GY−H X̂
i
).

Soit G+ la matrice pseudo-inverse de G . On a donc

X̂
i+1 = X̂

i +RG(Y−G+H X̂
i
).
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Réinterprétons ce résultat. R est obtenue en échantillonnant les (βk
n)((n,k)∈ΘN ×ΘK ) sur la

grille hautement résolue, et dont les valeurs sont normalisées
(
multipliées par 1

K

)
. G étant

obtenue en échantillonnant la RI g sur cette même grille, RG peut donc être obtenue par
l’échantillonnage des (βk

n ∗ g )((n,k)∈ΘN ×ΘK ) sur la grille hautement résolue, suivi d’une nor-
malisation. En modifiant l’Expression (3.21) pour tenir compte de ce résultat, on obtient
un nouvel opérateur de rétro-projection donné par :

∀m ∈ΘM , x̂h∗g
m =

1

K

∑

k∈ΘK

∑

n∈ΘN

(βk
n ∗ g )(̟m)yk

n , (3.23)

où x̂h∗g
m est l’échantillon à la position ̟m d’une approximation de l’image (ẑh ∗ g ).

G+ peut être considérée comme étant l’échantillonnage de g−∗, définie par l’Equation
(3.8), sur les grilles bassement résolues. Donc, G+H est équivalent à l’échantillonnage des
(g−∗∗γk

m∗h)((m,k)∈ΘM×ΘK ) = (γk
m∗ f )((m,k)∈ΘM×ΘK ) sur les grilles bassement résolues. L’opé-

rateur de projection reste donc le même que celui défini par l’Equation (3.13).

3.4 Les Fonctions de Pondération de Voisinages (FPV)

En traitement du signal, et plus particulièrement en traitement d’images, on uti-
lise le concept de voisinage pour définir des opérations d’agrégation linéaires et non li-
néaires. Parmi les opérations non linéaires utilisant la notion de voisinage, on peut ci-
ter les érosions, dilatations, ouvertures et fermetures utilisées en morphologie, et le fil-
trage médian. Les opérations linéaires, quant à elles, associent à cette idée de voisi-
nage une fonction de pondération modélisant ainsi le rôle de chaque pixel du voisinage
considéré dans l’opération d’agrégation réalisée. Dans de nombreux cas, ces opérations
servent à définir des équivalents numériques de filtres linéaires continus (passe haut,
passe bas, dérivation etc.). On peut aussi utiliser des voisinages pondérés en morpholo-
gie [Bloch et Maitre, 1994].

Dans cette section, nous proposons d’étendre cette notion de voisinages pondérés en
introduisant le concept de Fonctions de Pondération de Voisinages (FPV).

3.4.1 Définition

Nous appelons fonction de pondération de voisinage (FPV) une fonction d’ensembles
qui associe, à toute position ω ∈ Ω, la potentialité d’un sous-ensemble A (A ∈ P(Ω) pour
le cas continu et A ∈ P(ΘN ) pour le cas discret) d’être un voisinage de ω. Comme nous
le verrons, ces fonctions généralisent les voisinages pondérés utilisés classiquement pour
définir des opérations d’agrégation dans les techniques de traitement d’images. Une FPV
est formellement équivalente à une capacité de Choquet. Une FPV associée à une position
ω sera notée ρω.



46
CHAPITRE 3. TRAITEMENT D’UN MODÈLE IMPRÉCIS DE LA RI EN

SUPER-RÉSOLUTION

3.4.2 FPV continue

En topologie, on dit que A ∈ P(Ω) est un voisinage de ω ∈ Ω si ω ∈ I(A), où I(A) est
l’intérieur du sous-ensemble A. Dans ce cas, ρω(A) ∈ {0,1}. Si on note χI(A) la fonction
caractéristique de l’intérieur de A, ce prédicat de voisinage peut s’écrire sous une forme de
FPV de la façon suivante :

ρω(A) =χI(A)(ω). (3.24)

Une première extension pondérée de cette notion est obtenue en considérant la posi-
tion de ω comme régie par un processus aléatoire associé à une fonction de probabilité Pω.
Dans ce cas, la potentialité de A d’être un voisinage de ω est une valeur de l’intervalle [0,1]
définie par :

ρω(A) =
∫

A
dPω = EPω(χI(A)). (3.25)

Dans ce cas, ρω est additive par construction, c.à.d. :

∀A,B ∈P(Ω), ρω(A∪B) = ρω(A)+ρω(B)−ρω(A∩B). (3.26)

L’Equation (3.24) est un cas particulier de l’Equation (3.25) où Pω est une mesure de Dirac
centrée sur ω.

Si A est un sous-ensemble flou, la notion d’intérieur ne s’applique plus puisque la
frontière est floue. La fonction caractéristique χA est alors remplacée par une fonction
d’appartenance µA appartenant à [0,1] et on peut étendre l’Equation (3.25) au cas où A
est un sous-ensemble flou en considérant l’extension de l’espérance proposée par Zadeh
[Zadeh, 1968] :

ρω(A) =
∫

Ω

µA(ω)dPω = EPω(µA). (3.27)

Dans ce cas, ρω est additive si la T-norme ⊤ considérée pour définir l’intersection de deux
sous-ensembles flous vérifie la propriété suivante :

∀A,B ∈P(Ω), ⊥(µA,µB ) =µA +µB −⊤(µA,µB ). (3.28)

où ⊥ désigne la T-conorme de ⊤.

Démonstration. Soient A et B deux sous-ensembles flous de Ω. On a :

ρω(A∪B) = EPω(µA∪B ) (3.29)

= EPω

(
⊥(µA ,µB )

)
(3.30)

= EPω

(
µA +µB −⊤(µA ,µB )

)
(3.31)

= EPω

(
µA +µB −µA∩B

)
(3.32)

= EPω(µA)+EPω (µB )−EPω (µA∩B ) (3.33)

= ρω(A)+ρω(B)−ρω(A∩B). (3.34)



3.4. LES FONCTIONS DE PONDÉRATION DE VOISINAGES (FPV) 47

Parmi les T-normes utilisées habituellement, plusieurs vérifient la propriété de l’Ex-
pression (3.28). C’est le cas pour la T-norme du minimum ⊤min, celle du produit ⊤prod et
celle de Łukasiewicz ⊤Łuk.

Démonstration. Soient A et B deux sous-ensembles flous de Ω.

1. ⊥max(µA,µB ) = max{µA ,µB } =µA +µB −min{µA,µB } =µA +µB −⊤min(µA,µB ).

2. ⊥sum(µA ,µB ) =µA +µB −µA ·µB =µA +µB −⊤prod(µA ,µB ) (trivial, voir Section 2.5.1).

3. ⊥Łuk(µA,µB ) = min{µA +µB ,1} =µA +µB +min{0,1−µA −µB }
=µA +µB +max{0,µA +µB −1} =µA +µB −⊤Łuk(µA,µB ).

Enfin, si la position de ω est régie par un processus aléatoire associé à une capacité
concave υω, l’espérance classique de l’Equation (3.27) ne peut plus être appliquée en raison
de la non-additivité de υω. Elle doit donc être remplacée par l’espérance supérieure (voir
Equation (2.7)) basée sur l’intégrale de Choquet :

ρω(A) = Eυω(µA). (3.35)

Dans ce cas, la FPV ρω est concave si la T-norme ⊤ considérée pour définir l’intersection
de deux sous-ensembles floues vérifie la propriété de l’Expression (3.28).

Démonstration. Soient A et B deux sous ensembles flous de Ω. On a

ρω(A∪B)+ρω(A∩B) = Eυω(µA∪B )+Eυω(µA∩B ) (3.36)

= Eυω

(
⊥(µA ,µB )

)
+Eυω(µA∩B ) (3.37)

= Eυω

(
µA +µB −⊤(µA ,µB )

)
+Eυω(µA∩B ) (3.38)

= Eυω

(
µA +µB −µA∩B

)
+Eυω(µA∩B ). (3.39)

En raison de la concavité de υω, on a :

Eυω

(
µA +µB −Eυω(µA∩B )

)
≤ Eυω(µA)+Eυω(µB )−Eυω(µA∩B ),

d’où
Eυω

(
µA +µB −Eυω(µA∩B )

)
+Eυω(µA∩B ) ≤ Eυω(µA)+Eυω(µB ).

Donc
ρω(A∪B)+ρω(A∩B) ≤ ρω(A)+ρω(B).
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3.4.3 FPV discrète

La construction des FPVs discrètes se fait sur le même modèle que celui permettant
de définir des opérateurs discrets à partir d’opérateurs continus (filtrage, dérivation, trans-
formation géométrique etc.). Ces techniques sont basées sur l’utilisation d’une paire de
noyaux, l’un assurant le passage du discret vers le continu (le noyau d’interpolation ou
plus généralement de reconstruction) et l’autre modélisant la mesure, c.à.d. assurant le
passage du continu au discret. Par exemple, dans l’Expression (3.15) de projection, γk

m est
le noyau d’interpolation, f est le noyau d’échantillonnage et ηk

m est l’opérateur discret ob-
tenu en convoluant γk

m avec f . Ces opérateurs peuvent être additifs [K. Loquin, 2009] ou
non-additifs [Jacquey et al., 2007].

Nous proposons ici une construction de FPVs discrètes à partir de FPVs continues et
de partitions floues du plan image Ω. Soit N le nombre de pixels de l’image considérée,
{Cn}n∈ΘN les N sous-ensembles flous de la partition floue à la Ruspini du plan de l’image
Ω tels que chaque Cn soit associé au ni ème pixel et ω ∈Ω.

Propriété 4. Si la position de ω est régie par un processus aléatoire associé à une fonction de
probabilité Pω, la FPV discrète νω définie par :

∀n ∈ΘN , νω({n}) = ρω(Cn) = EPω(µCn ), et

∀A ∈P(ΘN ), νω(A) = EPω(ΥA),

est une FPV additive. ΥA a été introduit dans la Définition 6, Section 2.5.

Démonstration. Soit A ∈P(ΘN ).

νω(A) = EPω(ΥA) = EPω (
∑

n∈A
µCn ) (3.40)

=
∑

n∈A
EPω (µCn ) =

∑

n∈A
ρω(Cn) (3.41)

=
∑

n∈A
νω({n}). (3.42)

Propriété 5. Si la position de ω est régie par un processus aléatoire associé à une capacité
concave υω, la FPV νω discrète définie par :

∀n ∈ΘN , νω({n}) = ρω(Cn) = Eυω(µCn ), et

∀A ∈P(ΘN ), νω(A) = Eυω(ΥA),

est une FPV concave.

Démonstration. Soit A,B ∈ P(ΘN ). ΥA∪B et ΥA∩B sont comonotones dans Ω. En effet, en
raison de la partition floue à la Ruspini, on a soit :
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(i) A∩B =;, alors ΥA∩B (ω) = 0, ∀ω ∈Ω et donc ΥA∪B et ΥA∩B sont comonotones.

(ii) ou bien A ∩B 6= ;, dans ce cas, pour tout ω dans Ω, on a soit ΥA∪B (ω) =ΥA∩B (ω) ou
bien ΥA∪B (ω) = 1. Dans les deux cas, ΥA∪B et ΥA∩B sont comonotones.

Ainsi, en raison de la Propriété 1 on a

Eυω(ΥA∪B +ΥA∩B ) = Eυω(ΥA∪B )+Eυω(ΥA∩B ).

De l’Expression (2.10), on a aussi

Eυω(ΥA∪B +ΥA∩B ) = Eυω(ΥA +ΥB ),

donc
Eυω(ΥA∪B )+Eυω(ΥA∩B ) = Eυω(ΥA +ΥB ).

Comme υω est concave, on a

Eυω(ΥA +ΥB ) ≤ Eυω(ΥA)+Eυω(ΥB ),

d’où
Eυω(ΥA∪B )+Eυω(ΥA∩B ) ≤ Eυω(ΥA)+Eυω(ΥB ),

Donc
νω(A∪B)+νω(A∩B) ≤ νω(A)+νω(B).

Les FPVs discrètes que nous avons proposées ici serviront par la suite à définir des opé-
rateurs de projection et de rétro-projection basés sur des partitions floues du plan image.

3.5 Projection et rétro-projection additives basées sur les
partitions floues

Nous considérons ici un cas particulier des opérateurs de projection et de rétro-
projection (voir Section 3.2) où l’interpolation est effectuée en utilisant des partitions
floues. Nous supposons, comme c’est souvent le cas en traitement du signal et des images,
que les RI h et g sont des noyaux sommatifs. f s’apparente donc à un noyau sommatif.

Reprenons l’Expression (3.11) de projection et l’Expression (3.23) de rétro-projection.
En définissant respectivement deux fonctions f k

n et g k
m par :

∀(n,k) ∈ΘN ×ΘK et ∀ω ∈Ω, f k
n (ω) = f (ωn − tk (ω)), et

∀(m,k) ∈ΘM ×ΘK et ∀ω ∈Ω, g k
m(ω) = g (̟m − t k (ω)),
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les Expressions (3.11) et (3.23) peuvent être respectivement réécrites par :

∀(n,k) ∈ΘN ×ΘK , ŷk
n =

∑

m∈ΘM

xm

∫

R2
γm(ω) f k

n (ω)dω, et (3.43)

∀m ∈ΘM , x̂h∗g
m =

1

K

∑

k∈ΘK

∑

n∈ΘN

yk
n

∫

R2
βn(ω)g k

m(ω))dω. (3.44)

Il suffit pour cela d’effectuer les changements de variables suivants : ω = t k(v) pour l’Ex-
pression (3.11) et ω = tk(v) pour l’Expression (3.23), et d’utiliser la propriété que la trans-
formation rigide t k préserve les distances, c.à.d. d v = d t k (v)= d tk (v).

Soit {Bm}m∈ΘM une partition floue hautement résolue de Ω et {Cn}n∈ΘN une partition
floue bassement résolue de Ω (voir Section 2.5). En considérant respectivement ces deux
partitions pour réaliser l’interpolation de l’image hautement résolue et les images basse-
ment résolues, les Expressions (3.43) et (3.44) deviennent respectivement :

∀(n,k) ∈ΘN ×ΘK , ŷk
n =

∑

m∈ΘM

xm

∫

R2
µBm (ω) f k

n (ω)dω, et (3.45)

∀m ∈ΘM , x̂h∗g
m =

1

K

∑

k∈ΘK

∑

n∈ΘN

yk
n

∫

R2
µCn (ω)g k

m(ω))dω. (3.46)

Considérons maintenant la FPV discrète P k
n définie sur ΘM par :

∀A ⊆ΘM , P k
n (A) =

∑

m∈A

∫

R2
µBm (ω) f k

n (ω)dω (3.47)

=
∫

R2

∑

m∈A
µBm (ω) f k

n (ω)dω (3.48)

=
∫

R2
ΥA(ω) f k

n (ω)dω (3.49)

= EP
f k
n

(ΥA), (3.50)

où P f k
n

est la mesure de probabilité induite par le noyau sommatif f k
n . P k

n est une FPV dis-
crète additive (voir Propriété 4), l’Expression (3.45) de projection peut donc être réécrite
par :

∀(n,k) ∈ΘN ×ΘK , ŷk
n = EPk

n
(X), (3.51)

et la projection complète obtenue en concaténant les NK valeurs projetées dans un seul
vecteur Y sera notée

Y =A(X). (3.52)

Il est à noter que l’opérateur A peut être étendu au cas des vecteurs intervallistes (voir
Section 2.4) :

[Y] =A([X]) = [A(X),A(X)], (3.53)
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où X représente le vecteur de la borne inférieure de [X] et X représente le vecteur de la
borne supérieure de [X].

De même pour la rétro-projection, considérons la FPV discrète Qk
m définie sur ΘN par :

∀A ⊆ΘN , Qk
m(A) =

∑

n∈A

∫

R2
µCn (ω)g k

m(ω)dω (3.54)

=
∫

R2

∑

n∈A
µCn (ω)g k

m(ω)dω (3.55)

=
∫

R2
ΥA(ω)g k

m(ω)dω (3.56)

= EP
g k

m
(ΥA), (3.57)

où Pg k
m

est la mesure de probabilité induite par le noyau sommatif g k
m . Qk

m est une FPV
discrète additive (voir Propriété 4), l’Expression (3.46) de rétro-projection peut donc être
réécrite par :

∀m ∈ΘM , x̂h∗g
m =

1

K

∑

k∈ΘK

EQk
m

(Yk ), (3.58)

et la rétro-projection complète obtenue en projetant les NK valeurs du vecteur Y sera no-
tée

X =B(Y), (3.59)

où X = [x̂h∗g
1 , x̂h∗g

2 , . . . x̂h∗g
M ]T . L’opérateur B peut être étendu au cas des vecteurs interval-

listes :
[X] =B([Y]) = [B(Y),B(Y)], (3.60)

où Y représente le vecteur de la borne inférieure de [Y] et Y représente le vecteur de la
borne supérieure de [Y].

Enfin, l’algorithme de rétro-projection itérative basé sur cette construction est donné
par :

X̂
i+1 = X̂

i +B(Y−A(X̂
i
)). (3.61)

3.6 Projection et rétro-projection non-additives basées sur
des partitions floues

Comme nous l’avons fait remarquer précédemment, l’approche de rétro-projection
itérative et la plupart des approches par optimisation sont basées sur l’hypothèse que
f et g sont connues de manière précise. Bien que g puisse être fixée de façon arbi-
traire, f est généralement inconnue car l’identification de la RI h est très difficile. Dans
[Michaeli et Irani, 2013], les auteurs font une estimation non paramétrique de f basée sur
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l’expolatation de la redondance de motifs à différentes échelles dans une image basse-
ment résolue. Nous proposons ici d’utiliser la capacité des noyaux maxitifs à représenter
un ensemble de noyaux sommatifs pour définir des opérateurs de projection et de rétro-
projection utilisant un modèle imprécis de la RI de l’imageur.

Soit κ un noyau sommatif sur lequel la seule connaissance que l’on ait est qu’il est
symétrique, uninomodal et séparable, et que sa demi largeur dans chaque direction est
bornée par q ∈ R. Cette connaissance imprécise sur f peut être facilement représentée
par un noyau maxitif 2D π. Nous allons montrer cela en utilisant la propriété qu’un noyau
maxitif 1D triangulaire et symétrique modélise la famille de tous les noyaux 1D sommatifs
symétriques et monomodaux dont le support est inclus dans le support de ce noyau maxitif
[Loquin et Strauss, 2008].

Ω étant une boite de R
2, il peut être défini par Ω1,Ω2 ⊆ R, c.à.d. Ω = Ω1 ×Ω2. Nous

considérons uniquement les ensembles A qui sont des boites de Ω, c.à.d. A = A1 × A2 avec
A1 ⊆Ω1 et A2 ⊆Ω2.

Propriété 6. Soit π un noyau maxitif 2D construit en multipliant deux noyaux maxitifs 1D
triangulaires π1 et π2 définis respectivement sur Ω1 et Ω2. Soit κ1 et κ2 deux noyaux somma-
tifs 1D définis respectivement sur Ω1 et Ω2, et κ le noyau sommatif 2D défini en multipliant
κ1 et κ2. Si κ1 ∈M(π1) et κ2 ∈M(π2) alors κ ∈M(π).

Démonstration. Soit Pκ la mesure de probabilité définie sur Ω par le noyau κ, et Pκ1 et Pκ2

les mesures de probabilités définies respectivement sur Ω1 et Ω2 par les noyaux κ1 et κ2.
on a :

∀A ⊆Ω, Pκ(A) =
∫

A
κ(ω)dω (3.62)

=
∫

A1

∫

A2

κ1(r1)κ2(r2)dr1dr2 (3.63)

=
∫

A1

κ1(r1)dr1 ·
∫

A2

κ2(r2)dr2 (3.64)

= Pκ1 (A1) ·Pκ2 (A2). (3.65)

Soit Ππ la mesure de possibilité définie sur Ω par le noyau maxitif π, et Ππ1 et Ππ2 les deux
mesures de possibilités définies respectivement sur Ω1 et Ω2 par les noyaux π1 et π2. On a

∀A ⊆Ω, Ππ(A) = sup
ω∈A

(π(ω)) (3.66)

= sup
r1∈A1,r2∈A2

(π1(r1)π2(r2)) (3.67)

= sup
r1∈A1

(π1(r1)) · sup
r2∈A2

(π2(r2)) (3.68)

=Ππ1(A1) ·Ππ2 (A2). (3.69)
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Si
κ1 ∈M(π1) et κ2 ∈M(π2),

alors
Pκ1 (A1) ≤Ππ1 (A1) et Pκ2 (A2) ≤Ππ2(A2).

Donc
Pκ1 (A1) ·Pκ2 (A2) ≤Ππ1(A1) ·Ππ2 (A2).

Ainsi,
Pκ(A) ≤Ππ(A). (3.70)

En utilisant le même raisonnement, on peut montrer que

∀A ⊆Ω, Pκ(A) ≥ Nπ(A), (3.71)

où Nπ est la mesure de nécessité associée à π. Il découle des Expressions (3.70) et (3.71)
que

κ ∈M(π).

Supposons que la seule connaissance que nous ayons sur les RI h et g est que ce sont
des noyaux sommatifs séparables, symétriques et unimodaux et que la demi largeur de h
est bornée par ∆ ∈ R

+ dans chaque direction et la demi largeur de g est bornée par δ ∈ R
+

dans chaque direction, avec δ<∆. Cette hypothèse est raisonnable et communément ad-
mise dans la communauté du traitement d’images, où ∆ et δ sont souvent considérés res-
pectivement comme étant le pas d’échantillonnage bassement résolu et le pas d’échan-
tillonnage hautement résolu. f étant la solution de l’équation h = g ∗ f , elle s’apparente à
un noyau sommatif unimodal et symétrique, dont la demi largeur est bornée par ∆ dans
chaque direction. Cette connaissance imprécise peut donc être modélisée par un noyau
maxitif π séparable dont la demi largeur est ∆ dans chaque direction.

L’Expression (3.50) peut donc être modifiée, pour tenir compte de cette nouvelle mo-
délisation, en :

∀A ⊆ΘM ,∀k ∈ΘK ,∀n ∈ΘN ,νk
n(A) = EΠ

πk
n

(ΥA), (3.72)

où Ππk
n

est la mesure de possibilité induite par le noyau maxitif πk
n défini par

∀ω ∈Ω, πk
n(ω) =π(ωn − tk (ω)).

νk
n est une FPV discrète concave (non-additive) (voir Propriété 5).

Propriété 7. Soit f un noyau sommatif et π un noyau maxitif définis sur Ω, et P k
n et νk

n
les deux FPV additive et non-additive définies respectivement par les Expressions (3.50) et
(3.72). Si f ∈M(π) alors P k

n ∈M(νk
n).
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La Propriété 7 découle directement de la Propriété 2.
La généralisation de l’Expression (3.51) donne un opérateur de projection imprécis :

∀k ∈ΘK ,∀n ∈ΘN , [y]k
n = Eνk

n
(X). (3.73)

Comme dans le cas additif, nous notons A l’opérateur de projection conduisant à un vec-
teur intervalliste [Y] obtenu en concaténant les NK intervalles [y]k

n :

[Y] =A(X). (3.74)

L’opérateur de projection A peut être étendu pour traiter un vecteur intervalliste [X] :

[Y] =A([X]). (3.75)

La RI g peut également être représentée de manière imprécise en utilisant un noyau
maxitif séparable τ d’une demi largeur δ dans chaque direction. L’Expression (3.57) peut
alors être modifiée, pour tenir compte de cette modélisation, en :

∀A ⊆ΘN ,∀k ∈ΘK ,∀m ∈ΘM ,υk
m(A) = EΠ

τk
m

(ΥA), (3.76)

où Πτk
m

est la mesure de possibilité induite par le noyau maxitif τk
m défini par

∀ω ∈Ω, τk
m(ω) = τ(̟m − t k (ω)).

υk
m est une FPV discrète concave (non-additive) (voir Propriété 5).

Propriété 8. Soit g un noyau sommatif et τ un noyau maxitif définis sur Ω, et Qk
m et υk

m
les deux FPV additive et non-additive définies respectivement par les Expressions (3.57) et
(3.76). Si g ∈M(τ) alors Qk

m ∈M(υk
m).

La Propriété 8 découle directement de la Propriété 2.
La généralisation de l’Expression (3.58) donne un opérateur de rétro-projection impré-

cis :

∀m ∈ΘM , [x]m =
1

K

⊕

k∈ΘK

Eυk
m

(Yk ), (3.77)

où
⊕

désigne la somme de Minkowski.
Nous notons B l’opérateur de rétro-projection conduisant au vecteur intervalliste [X]

obtenu en rétro-projetant les NK valeurs yk
n concaténées en un seul vecteur Y :

[X] =B(Y). (3.78)

L’opérateur B peut être étendu au cas où des vecteurs intervallistes [Y] :

[X] =B([Y]). (3.79)

Un résultat important découle des Propriétés 7 et 8 est que si f ∈M(π) et g ∈M(τ),
alors pour tous vecteurs intervallistes [X] et [Y] on a :
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(i) A([X]) ∈A([X]), et

(ii) B([Y]) ∈B([Y]).

Ce résultat est valable également pour le cas des vecteurs précis (non intervallistes)
puisque ce ne sont que des cas particuliers des vecteurs intervallistes, où les bornes su-
périeures et inférieures coïncident.

3.7 La technique de rétro-projection itérative imprécise

Maintenant que nous avons présenté comment construire les opérateurs de projec-
tion et de rétro-projection capables de tenir compte de la faible connaissance de la RI de
l’imageur, il faut définir une façon de construire l’image hautement résolue recherchée..
La technique que nous proposons ici est basée sur une réinterprétation de l’algorithme de
Schultz, comme cela a été présenté dans [Strauss et Rico, 2012].

D’abord, considérons le schéma de descente du gradient de l’Expression (3.3) :

X̂
i+1 = X̂

i +R(Y− AX̂
i
).

Cet algorithme essaye de trouver la solution X̂ qui fasse tendre la quantité (Y− AX̂) vers
0, c.à.d. qui minimise l’erreur de projection par rapport aux données Y. La mise à jour de

l’estimation de l’itération précédente X̂
i

est obtenue en lui ajoutant la rétro-projection de
l’erreur de reconstruction Di donnée par :

Di = R(Y− AX̂
i
),

c.à.d.
X̂

i+1 − X̂
i = Di .

Ensuite, réécrivons le calcul de Di en nous basant sur les opérateurs de projection et de
rétro-projection définis dans la Section 3.5 :

Di =B(Y−A(X̂
i
)).

Maintenant, l’extension de cet algorithme aux données et aux opérateurs intervallistes
est triviale. Le calcul de [D]i , la valeur utilisée pour la mise à jour de la i ème estimation de
l’algorithme itératif est donnée par :

[D]i =B(Y⊖A([X̂]i )). (3.80)

[D]i représente l’ensemble convexe de toutes les corrections qui auraient pu être utilisées
pour mettre à jour [X̂]i . Il peut être écrit par :

[D]i = [X̂]i+1 ⊖ [X̂]i .
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La valeur mise à jour [X̂]i+1 est la solution de cette équation, et peut donc être calculée par :

[X̂]i+1 = [D]i
⊞[X̂]i =B(Y⊖A([X̂]i ))⊞[X̂]i , (3.81)

où ⊞ désigne l’addition duale de Minkowski (voir Section 2.6). L’Expression (3.81) décrit
finalement un algorithme imprécis de rétro-projection itérative, qui est une extension de
l’algorithme de l’Expression (3.61), capable de tenir compte de la connaissance imprécise
sur la RI de l’imageur. Cet algorithme essaye de trouver une solution intervalliste [X̂] qui
fasse tendre (Y⊖A([X̂])) vers [0], c.à.d un ensemble convexe de solutions qui, lorsqu’on lui
applique l’ensemble convexe de projections A, minimise l’erreur intervalliste (Y⊖A([X̂])).
On peut choisir, comme solution initiale [X̂]0, n’importe quelle approximation, intervalliste
ou non. Cependant, la vitesse de convergence dépend du choix de cette solution. Dans
nos travaux, nous avons choisi la solution intervalliste [X̂]0 = B(Y) qui est équivalent au
choix de la solution [0] mais avec une itération de moins dans l’algorithme. Nous avons re-
marqué expérimentalement que le choix d’une agrégation des images bassement résolues,
comme solution initiale, fait converger plus rapidement l’algorithme, que lorsqu’on choi-
sit la version interpolée d’une des images bassement résolues, comme il est souvent fait
dans la littérature. Nous avons remarqué également que l’erreur quadratique entre Y et la
médiane de A([X̂]i ) diminue tout au long des itérations, convergeant vers 0, ce qui montre
que l’Expression (3.81) est bien une extension de l’algorithme classique de rétro-projection
itérative.



CHAPITRE

4
Implémentation

L’implémentation de la technique de rétro-projection itérative imprécise est très
simple : les opérations sont décrites dans la Section 2.6. De même, les opérations de pro-
jection et de rétro-projection basées sur l’intégrale de Choquet discrète donnée par l’Ex-
pression (2.3) se programme facilement. La seule difficulté concerne l’implémentation des
deux FPV non-additives νk

n (Expression de projection (3.72)) et υk
m (Expression de rétro-

projection (3.76)) basée sur l’intégrale de Choquet continue (Expression (2.1)).
L’implémentation que nous proposons ici est basée sur l’hypothèse que les transfor-

mations {t k }k∈ΘK sont de simples translations et que les noyaux maxitifs 2D qui définissent
les capacités 2D sont séparables, c.à.d. obtenus en multipliant deux noyaux maxitifs 1D dé-
finis le long de chaque axe. Dans ce cas, les opérateurs de projection et de rétro-projection
peuvent aussi être décomposés sur chaque axe : une projection 2D (additive ou non-
additive) consiste en deux projections successives 1D le long de chaque axe. C’est l’implé-
mentation que nous proposons ici. Cette simplification nécessite aussi que les partitions
floues soient séparables.

Afin d’alléger les notation, nous changeons chaque notation 2D en une notation 1D.
Nous notons Ω un intervalle de R (un des axes), N le nombre d’échantillons de la grille
bassement résolue de Ω et M le nombre d’échantillons de la grille hautement réso-
lue de Ω. Nous appelons {ωn}n∈ΘN les N positions d’échantillonnage bassement réso-
lus et {̟m}m∈ΘM les M positions d’échantillonnage hautement résolus. K est le nombre
d’images. {Cn}n∈ΘN est la partition floue linéaire bassement résolue de Ω et {Bm}m∈ΘM est
la partition floue linéaire hautement résolue de Ω (voir Section 2.5). t k est donc une simple
translation monodimentionnelle qui s’écrit :

ak ∈R, ∀ω ∈Ω, t k (ω) =ω+ak ,

57
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où ak ∈R est la valeur de la translation. tk est alors donné par :

∀ω ∈Ω, tk(ω) =ω−ak .

4.1 Calcul de la FPV non-additive 1D de projection

Dans cet algorithme, nous supposons que la connaissance imprécise sur le noyau som-
matif f est représentée par le noyau maxitif triangulaire, symétrique et centré π, de sup-
port [−∆,∆] (∆ ∈R

+). Nous notons πk
n le noyau maxitif associé à la k i ème image bassement

résolue (k ∈ΘK ) et au ni ème pixel (n ∈ΘN ) défini par :

∀ω ∈Ω, πk
n(ω) =π(ωn − tk (ω)) =π(ωn −ω+ak ).

La distance unité est fixée par le pas d’échantillonnage de l’image hautement résolue :

∀m ∈ΘM−1, ̟m+1 −̟m = 1.

4.1.1 Calcul de νk
n({m}), pour tout m ∈ΘM

Le calcul de νk
n({m}), ∀m ∈ ΘM , basé sur l’intégrale de Choquet continue (Expression

(2.1)), est donné par [Dubois, 2006] :

νk
n({m}) = EΠ

πk
n

(µBm ) =
∫∞

0
Ππk

n
({ω ∈Ω,µBm (ω) ≥α})dα. (4.1)

Comme l’ensemble flou µBm est normalisé, supω∈ΩµBm (ω) = 1. L’intégrale de l’Expres-
sion (4.1) se réduit alors à :

νk
n({m}) =

∫1

0
Ππk

n
({ω ∈Ω,µBm (ω) ≥α})dα. (4.2)

Comme le pas d’échantillonnage hautement résolu est égal à 1 et en raison de la li-
néarité et de la symétrie de µBm , l’ensemble {ω ∈ Ω,µBm (ω) ≥ α}, pour tout α ∈ [0,1], est
l’intervalle [̟m −1+α,̟m +1−α] (voir Figure 4.1) :

∀α ∈ [0,1], {ω ∈Ω,µBm (ω) ≥α} = [̟m −1+α,̟m +1−α].

̟m étant le mode de µBm . Notons ωk
n le mode de πk

n . Sans perte de généralité, en raison
de la symétrie des fonctions concernées, on peut étudier uniquement le cas où ̟m ≤ ωk

n .
Comme πk

n est croissante sur [−∞,ωk
n], on a :

Ππk
n

([̟m −1+α,̟m +1−α]) =Ππk
n

([̟m ,̟m +1−α]).
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µBm
1

Ω̟m ̟m +1̟m +1−α̟m −1 ̟m −1+α

α

FIGURE 4.1 – Illustration de {ω ∈Ω,µBm (ω) ≥α} = [̟m −1+α,̟m +1−α]

l’Expression (4.2) peut donc s’écrire :

νk
n({m}) =

∫1

0
Ππk

n
([̟m ,̟m +1−α])dα. (4.3)

Nous proposons dans ce qui suit, de guider notre lecteur dans le calcul de
Ππk

n
([̟m ,̟m +1−α]) donné par :

Ππk
n

([̟m ,̟m +1−α]) = sup
ω∈[̟m ,̟m+1−α]

πk
n(ω).

L’idée est, ici, de permettre à tous de se familiariser avec ce type de calcul. Soitβ la distance
entre ωk

n et ̟m , c.à.d. β= |ωk
n −̟m | =ωk

n −̟m puisque on se place dans le cas où ̟m ≤ωk
n .

On distingue 3 cas, illustrés par la Figure (4.2) :

(i) β ∈ [1−α+∆,+∞] ⇐⇒ ̟m +1−α<ωk
n −∆ (Figure (4.2)(a)). Dans ce cas, par

construction :
Ππk

n
([̟m ,̟m +1−α]) = 0.

(ii) β ∈ [1−α,1−α+∆] ⇐⇒ ωk
n −∆≤̟m +1−α<ωk

n (Figure (4.2)(b))

Ππk
n

([̟m ,̟m +1−α]) =
1

∆
(̟m +1−α)+1−

1

∆
ωk

n (4.4)

=−
1

∆
α+

1−β

∆
+1. (4.5)

(iii) β ∈ [−∞,1−α] ⇐⇒̟m +1−α≥ωk
n (Figure (4.2)(c))

Ππk
n

([̟m ,̟m +1−α]) = 1.
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eplacements

πk
n (ω)

1

β

∆

̟m ̟m +1−α

Ω
ωk

n

(a) cas (i) : ̟m +1−α <ωk
n −∆⇐⇒ β> 1−α+∆

πk
n (ω)

1

β

∆

̟m ̟m +1−α

Ω
ωk

n

−
1

∆
α+

1−β

∆
+1

(b) cas (ii) : ωk
n −∆≤̟m +1−α <ωk

n ⇐⇒
1−α<β≤ 1−α+∆

πk
n (ω)

1

β

∆

̟m ̟m +1−α

Ω
ωk

n

(c) cas (iii) : ̟m +1−α ≥ωk
n ⇐⇒ β≤ 1−α

FIGURE 4.2 – Calcul de Ππk
n

([̟m ,̟m +1−α]) = supω∈[̟m ,̟m+1−α]π
k
n(ω).

Le calcul de l’intégrale de l’Expression (4.3) nécessite alors de distinguer 4 cas en fonc-
tion de la valeur de β, illustrés par la Figure (4.3) :

1. β ∈ [∆+1,+∞] (Figure(4.3)(a))
Dans ce cas, pour toutes les valeurs de α dans [0,1], on a β ∈ [1−α+∆,+∞]. Le calcul
de Ππk

n
([̟m ,̟m +1−α]) coïncide donc avec le cas (i) pour tout α ∈ [0,1] :

νk
n({m}) = 0.

2. β ∈ [∆,∆+1] (Figure(4.3)(b))
Dans ce cas, le calcul de Ππk

n
([̟m ,̟m +1−α]) coïncide avec la cas (ii) pour α ∈ [0,1−

β+∆] et avec le cas (i) pour α ∈ [1−β+∆,1]. Donc :

νk
n({m}) =

∫1−β+∆

0

(
−

1

∆
α+

1−β

∆
+1

)
dα (4.6)

=
−(∆−β+1)2

2∆
+

(1−β)(∆−β+1)

∆
+∆−β+1. (4.7)

3. β ∈ [1,∆] (Figure(4.3)(c))
Le calcul de Ππk

n
([̟m ,̟m +1−α]) coïncide avec le cas (ii) pour α ∈ [0,1]. Donc :

νk
n({m}) =

∫1

0

(
−

1

∆
α+

1−β

∆
+1

)
dα (4.8)

=
−1

2∆
+

1−β

∆
+1. (4.9)
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4. β ∈ [−∞,1] (Figure(4.3)(d))
Le calcul de Ππk

n
([̟m ,̟m +1−α]) coïncide avec le cas (iii) pour α ∈ [0,1−β] et avec

le cas (ii) pour α ∈ [1−β,1]. Donc :

νk
n({m}) =

∫1−β

0
1 dα +

∫1

1−β

(
−

1

∆
α+

1−β

∆
+1

)
dα (4.10)

= 1−
1− (1−β)2

2∆
+
β(1−β)

∆
. (4.11)

µBm

πk
n (ω)

1

β

∆

Ω

(a) cas 1 : β>∆+1

µBm

πk
n (ω)

1

β

∆

1−β+∆

Ω

(b) cas 2 : ∆<β≤∆+1

µBm

πk
n (ω)

1

β

∆

Ω

(c) cas 3 : 1 <β≤∆

µBm

πk
n (ω)

1

β

∆

1−β

Ω

(d) cas 4 : β≤ 1

FIGURE 4.3 – Calcul de νk
n({m}) = EΠ

πk
n

(µBm )

Ces résultats sont valables pour le cas où ̟m >ωk
n et les formules ne dépendent que de

la distance β= |ωk
n −̟m |.

L’implémentation du calcul de νk
n({m}), ∀m ∈ΘM , est donné par l’Algorithme 1.

4.1.2 Calcul de νk
n(A), pour tout A ⊆ΘM

Les propriétés intéressantes de la partition floue à la Ruspini et de l’union définie par
la T-conorme de Łukasiewicz (voir Section 2.5) conduisent à une expression simple de
νk

n(A) = EΠ
πk

n
(ΥA), ∀A ⊆ΘM , en fonction des valeurs deνk

n({m}), m ∈ A. En effet, la fonction

d’appartenance ΥA a une forme :
– trapézoïdale si tous les éléments de A sont voisins (successifs) (voire exemple dans

Figure (4.4)(a)),
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Algorithm 1: Calcul de νk
n(m) = EΠ

πk
n

(µBm ), ∀m ∈ΘM

Require: ∆, m ∈ΘM .
β←|ωn −̟m |;
if β≤ 1 then

output ← 1− 1−(1−β)2

2∆ + β(1−β)
∆

;
else

if β≤∆ then

output ← −1
2∆ + 1−β

∆
+1;

else
if β≤∆+1 then

output ← −(∆−β+1)2

2∆ + (1−β)(∆−β+1)
∆

+∆−β+1;
else

output ← 0;
end if

end if
end if

return output ;

– d’un ensemble de triangles s’il n’existe pas d’éléments voisins dans A (voire exemple
dans Figure (4.4)(b)),

– ou d’une combinaisons de triangles et de trapèzes s’il existe dans A des éléments qui
sont voisins et d’autres qui ne le sont pas (voire exemple dans Figure (4.4)(c)).

1

̟m ̟m+1 ̟m+2 ̟m+3 ̟m+4 ̟m+5 Ω

(a) ΥA(ω), avec A = {m +1,m +2,m +3}

1

̟m ̟m+1 ̟m+2 ̟m+3 ̟m+4 ̟m+5 Ω

(b) ΥA (ω), avec A = {m +1,m +4}

1

̟m ̟m+1 ̟m+2 ̟m+3 ̟m+4 ̟m+5 Ω

(c) ΥA(ω), avec A = {m +1,m +2,m +4}

FIGURE 4.4 – Exemples de formes de la fonction d’appartenance ΥA .
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Dans les trois cas, parce que πk
n est un noyau maxitif, le calcul de νk

n(A) se déduit aisé-
ment du calcul de la valeur de νk

n pour le point m ∈ A, dont le mode ̟m de l’ensemble flou
Bm associé est le plus proche du mode du noyau maxitifπk

n. Seule exception à cette règle : si
le mode de πk

n se trouve entre deux modes consécutifs ̟m et ̟m+1 tels que {m,m +1}⊆ A,
alors νk

n(A) = 1.
Posons p ∈ΘM tel que ̟p ≤ωn <̟p+1. Soit L le nombre de sous-ensembles flous que

le noyau πk
n intersecte, c.à.d. le nombre de Bm tel que

Ππk
n

(Bm) > 0,

et l ∈ N tel que 1 l =
L

2
− 1. La Figure (4.5) présente une configuration dans laquelle on

cherche à calculer νk
n(A), ∀A ⊆ ΘM . Ce calcul est effectué grâce à l’Algorithme 2 qui s’ap-

puie sur le calcul des νk
n({m}) présenté dans l’Algorithme 1.

µBp−4 µBp−3 µBp−2 µBp−1 µBp µBp+1 µBp+2 µBp+3 µBp+4 µBp+5

πk
n(ω)

1

Partition HR de Ω

FIGURE 4.5 – Calcul de νk
n(A) = EΠ

πk
n

(ΥA), ∀A ⊆ΘM

4.2 Calcul de la FPV non-additive 1D de rétro-projection

De façon analogue à ce que nous avons proposé dans le cas de la projection, nous sup-
posons que la connaissance imprécise sur la RI 1D de l’imageur hautement résolu est re-
présentée par τ, le noyaux maxitif triangulaire, symétrique et centré, dont le support est
[−δ,δ] (δ ∈ R

+). Nous notons τk
m le noyau maxitif associé à la k i ème image (k ∈ ΘK ) et au

mi ème pixel (m ∈ΘM ), défini par :

∀ω ∈Ω, τk
m(ω) = τ(̟m − t k (ω)) = τ(̟m −ω−ak ).

1. Par construction, L est un nombre pair, sauf dans le cas où le mode du noyau πk
n coïncide avec un des

modes de la partition. Si tel est le cas, on peut, sans perte de généralité, ajouter 1 à L pour en faire un nombre
pair.
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Algorithm 2: Calcul de νk
n(A) = EΠ

πk
n

(ΥA), ∀A ⊆ΘM

Require: A ⊆ΘM , l ∈N and Algorithm 1
for i = 0,. . . l do

if {p − i , p + i +1} ⊆ A then
if i 6= 0 then

output ← max(νk
n({p − i }),νk

n ({p + i +1})); ;
else

output ← 1;
end if

else
if {p − i } ⊆ A then

output ← νk
n({p − i });

else
if {p + i +1} ⊆ A then

output ← νk
n({p + i +1});

else
output ← 0;

end if
end if

end if
end for

return output ;

4.2.1 Calcul de υk
m({n}), pour tout m ∈ΘM

Le calcul de υk
m , ∀m ∈ΘM , basé sur l’intégrale de Choquet continue (Expression (2.1))

est donné par

υk
m({n}) = EΠ

τk
m

(µCn ) =
∫∞

0
Πτk

m
({ω ∈Ω,µCn (ω) ≥α})dα. (4.12)

Soit β la distance entre le mode du noyau τk
m et celui du sous-ensemble flou µCn . Le

calcul de l’intégrale de l’Expression (4.12) nécessite de distinguer 4 cas en fonction de la
valeur de β, illustrés par la Figure(4.6) :

1. β ∈ [δ+1,+∞] (Figure(4.6)(a))

υk
m({n}) = 0.

2. β ∈ [1,δ+1] (Figure(4.6)(b))

υk
m({n}) =

∫1−β+δ

0

(
−

1

δ
α+

1−β

δ
+1

)
dα (4.13)

=
−(δ−β+1)2

2δ
+

(1−β)(δ−β+1)

δ
+δ−β+1. (4.14)



4.2. CALCUL DE LA FPV NON-ADDITIVE 1D DE RÉTRO-PROJECTION 65

3. β ∈ [δ,1] (Figure(4.6)(c))

υk
m({n}) =

∫1−β

0
1 dα+

∫1−β+δ

1−β

(
−

1

δ
α+

1−β

δ
+1

)
dα (4.15)

= 2−2β−
(δ−β+1)2 − (1−β)2

2δ
+δ. (4.16)

4. β ∈ [−∞,δ] (Figure(4.6)(d))

υk
m({n}) =

∫1−β

0
1 dα+

∫1

1−β

(
−

1

δ
α+

1−β

δ
+1

)
dα (4.17)

= 1−
1− (1−β)2

2δ
+
β(1−β)

δ
. (4.18)

µCn

τk
m (ω)

1

β

δ Ω

(a) cas 1 : β> δ+1

µCn

τk
m (ω)

1

β

δ

1−β+δ

Ω

(b) cas 2 : 1 <β≤∆+1

µCn

τk
m (ω)

1

β

δ

1−β+δ

1−β

Ω

(c) cas 3 : δ<β≤ 1

µCn
τk

m (ω)

1

β

δ

1−β

Ω

(d) cas 4 : β≤ δ

FIGURE 4.6 – Calcul de υk
m({n}) = EΠ

τk
m

(µCn )

L’implémentation du calcul de υk
m({n}), ∀n ∈ΘN , est donné par l’Algorithme 3.

4.2.2 Calcul de υk
m(A), pour tout A ⊆ΘN

Le calcul de υk
m(A) se déduit aisément du calcul de la valeur de υk

m pour le point n ∈ A,
dont le modeωn de l’ensemble flou Cn associé est le plus proche du mode du noyau maxitif
τk

m . Seule exception à cette règle : si le mode de τk
m se trouve entre deux modes consécutifs

ωn et ωn+1 tels que {n,n +1} ⊆ A, alors υk
m(A) = 1.
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Algorithm 3: Calcul de υk
m({n}) = EΠ

τk
m

(µCn ), ∀n ∈ΘN

Require: 0 < δ≤ 1, n ∈ΘN .
β←|ωn −̟m |
if β≤ δ then

output ← 1− 1−(1−β)2

2δ + β(1−β)
δ

;
else

if β≤ 1 then

output ← 2−2β− (δ−β+1)2−(1−β)2

2δ +δ;
else

if β≤ δ+1 then

output ← −(δ−β+1)2

2δ + (1−β)(δ−β+1)
δ

+δ−β+1;
else

output ← 0;
end if

end if
end if

return output ;

Soit p ∈ ΘN tel que ωp ≤ ̟m < ωp+1. La Figure (4.7) présente une configuration dans
laquelle on cherche à calculer υk

m(A), ∀A ⊆ΘN . Ce calcul est effectué grâce à l’Algorithme
4 qui s’appuie sur le calcul des υk

m({n}) présenté dans l’Algorithme 3.

µCp−1 µCp µCp+1 µCp+2

τk
m

1

Partition BR de Ω

FIGURE 4.7 – Calcul de υk
m(A) = EΠ

τk
m

(ΥA),∀A ⊆ΘN

4.3 Complexité algorithmique

Nous proposons dans cette section une analyse de la complexité algorithmique tem-
porelle de la technique de super-résolution imprécise que nous proposons, en fonction de
plusieurs paramètres, à savoir, le facteur de rehaussement, que nous notons e , le nombre
de pixels dans chaque image bassement résolue N , le nombre d’images K et le nombre
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Algorithm 4: Calcul de υk
m(A) = EΠ

τk
m

(ΥA),∀A ⊆ΘN

Require: A ⊆ΘN and Algorithm 3
for i = 0,. . . 1 do

if {p − i , p + i +1} ⊆ A then
if i 6= 0 then

output ← max(υk
m({p − i }),υk

m ({p + i +1}));
else

output ← 1;
end if

else
if {p − i } ⊆ A then

output ← υk
m({p − i });

else
if {p + i +1} ⊆ A then

output ← υk
m ({p + i +1});

else
output ← 0;

end if
end if

end if
end for

return output ;

d’itérations de l’algorithme, que nous notons J . Nous ne traitons pas la complexité spa-
tiale car l’exécution de l’algorithme ne requiert pas plus d’espace que celui des données
d’entrée.

Pour ce faire, nous commençons par analyser les deux opérations principales de cette
technique qui sont la projection et la rétro-projection imprécises. Nous commençons par
l’opération de projection donnée par l’Expression (3.73). Le calcul de cette projection est
basé sur l’intégrale de Choquet discrète (Expression (2.3)) et le calcul de la FPV νk

n :

∀k ∈ΘK ,∀n ∈ΘN , [y]k
n = Eνk

n
(X) (4.19)

= [Eνk
n

(X),Eνk
n

(X)] (4.20)

= [C
νk

n
c (X),Cνk

n
(X)], (4.21)

où νk
n

c
est la FPV conjuguée de νk

n . Le calcul de Cνk
n

(X) est donné par :

Cνk
n

(X) =
∑

m∈ΘM

X(m)↑
(
νk

n(A(m))−νk
n(A(m+1))

)
,

où X(m)↑ indique que les indices ont été permutés de manière à ce que

X(1) ≤ . . . ≤ X(M),

et
A(m) = {(m), . . . , (p)} et A(M+1) =∅.
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Le calcul de C
νk

n
c (X) peut, quant à lui, être donné par :

C
νk

n
c (X) =

∑

m∈ΘM

X(m)↓
(
νk

n(A(m))−νk
n(A(m+1))

)
,

où X(m)↓ indique que les indices ont été permutés de manière à ce que

X(1) ≥ . . . ≥ X(M).

Notons Vk (n), le sous-ensemble de ΘM défini par :

Vk (n) = {m ∈ΘM |νk
n(m) > 0}.

Le calcul de la projection imprécise peut être réduit à l’ensemble Vk (n), c.à.d :

Cνk
n

(X) =
∑

m∈Vk (n)

X(m)↑
(
νk

n(A(m))−νk
n(A(m+1))

)
, (4.22)

et
C
νk

n
c (X) =

∑

m∈Vk (n)

X(m)↓
(
νk

n(A(m))−νk
n(A(m+1))

)
. (4.23)

La Figure (4.5) montre qu’en 1D, |Vk (n)| (le cardinal de Vk (n)), noté L dans la Section
4.1.2, est généralement égal à 2(∆+ 1) excepté le cas où le mode de Π

k
n coïncide avec le

mode d’un sous-ensemble flou de la partition, dans ce cas, il est égal à 2∆+1. Nous considé-
rons donc le pire des cas, c.à.d. L = 2(∆+1). ∆ étant borné par le pas d’échantillonnage bas-
sement résolu qui est égal au facteur de rehaussement 2 e = M

N , on peut écrire L = 2(e +1).
Chacune des Expressions (4.22) et (4.23) nécessite un tri des éléments {Xm |m ∈ Vk (n)} et
(2L = 4(e+1)) calculs de la FPV νk

n(A)A∈ΘM . Le calcul de tout νk
n(A) se fait avec l’Algorithme

2 qui, dans le pire des cas, fait appel à l’Algorithme 1

(
L

2
+1

)
fois. l’Algorithme 1 ayant

une complexité constante, il peut être considéré comme une instruction élémentaire. La

complexité de l’Algorithme 2 est donc de
L

2
+ 1 = e + 2. Le tri peut se faire en un temps

L log (L) = 2(e +1)log (2(e +1)) en utilisant par exemple un algorithme de tri fusion ou de
tri par tas.

L’exécution de chacune des Expressions (4.22) et (4.23) se fait donc en un temps

4(e +1)(e +2)+2(e +1)log (2(e +1))= 4e2 +12e +8+2(e +1)log (2(e +1)),

l’exécution des deux Expressions (4.22) et (4.23), c.à.d. la projection 1D d’un pixel basse-
ment résolu se fait en un temps

8e2+24e +16+4(e +1)log (2(e +1)),

2. On peut fixer le pas d’échantillonnage hautement résolu à 1 et ensuite fixer le pas d’échantillonnage
bassement résolu au facteur de rehaussement choisi.



4.4. CONCLUSION 69

et la projection 2D multiplie par 2 cette complexité, c.à.d. qu’elle s’exécute en un temps

φ(e)= 16e2 +48e +32+8(e +1)log (2(e +1)).

La projection de tous les pixels des K images bassement résolues de taille N se fait alors en
un temps

K ·N ·φ(e).

En utilisant le même procédé et le fait que δ est borné par le pas d’échantillonnage hau-
tement résolue qui est égal à 1, on peut montrer que la rétro-projection d’un pixel haute-
ment résolu s’exécute en un temps constant, et la rétro-projection de toute l’image haute-
ment résolue s’exécute en un temps M = N ·e. En considérant une itération de l’algorithme
comme étant une projection suivie d’une une rétro-projection, une itération s’exécute en
un temps

K ·N ·φ(e)+N ·e.

Enfin, si J est le nombre total d’itérations de l’algorithme imprécis de super-résolution, sa
complexité est de

J ·K ·N ·φ(e)+ J ·N ·e =O
(
J ·K ·N ·e2) .

La complexité de notre méthode est du même ordre que celle de la rétro-projection ité-
rative classique dont elle est une extension, mais son temps d’exécution est environ deux
fois plus important. Ceci est certainement dû au traitement, à chaque itération, de deux
fois plus de données (à cause de la nature intervalliste des images manipulées) et à l’uti-
lisation de l’intégrale de Choquet discrète qui nécessite un tri des valeurs de la fonction
considérée. Mais le temps d’exécution de notre méthode peut être divisé par deux en re-
marquant qu’à chaque projection et rétro-projection, le traitement des données représen-
tant les bornes supérieures peut être réalisé en parallèle avec le traitement des données
représentant les bornes inférieures.

4.4 Conclusion

Nous avons proposé dans ce chapitre, une implémentation des principaux opérateurs
de notre méthode de super-résolution imprécise qui sont les deux FPV νk

n et υk
m .

Cette implémentation est grandement simplifiée par les partitions floues à la Ruspini
linéaires que nous avons utilisées et les hypothèses que les RI sont séparables et que les
mouvements entre les images bassement résolues sont de pures translations.

Cette implémentation est générique, au sens où elle est donnée pour des valeurs quel-
conques des demi-largeurs des noyaux maxitifs π et τ, qui sont respectivement ∆ et δ. Ces
deux derniers sont les seuls paramètres à fixer dans cette implémentation.

Dans le cas de présence de rotations entre les images bassement résolues, l’implémen-
tation n’est plus la même. En effet, les opérateurs de projection et de rétro-projection ne
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sont plus décomposables, même dans l’hypothèse que les RI sont séparables. Dans ce cas,
le calcul des FPV νk

n et υk
m nécessite le calcul d’intégrales de Choquet 2D qui est plus com-

pliquée que le calcul des intégrales de Choquet 1D.



CHAPITRE

5
Expérimentations

Dans ce chapitre, nous illustrons les performances de la méthode que nous propo-
sons, et nous comparons ces performances à celles de quelques autres méthodes de super-
résolution, dans un contexte semi-aveugle, c.à.d. lorsque la RI de l’imageur est mal connue.
Cette comparaison se base sur des séquences d’images synthétiques et des séquences
d’images réelles. Dans ces expérimentations, les RI sont supposées être séparables et avoir
la même résolution dans les deux directions. Le facteur de rehaussement de résolution
est fixé à 4×4, c.à.d. 4 dans chaque direction, pour toutes les méthodes considérées dans
ces expérimentations. Dans la suite, nous utiliserons l’acronyme SRNA (Super-Résolution
Non-Additive) pour désigner la méthode imprécise de super-résolution que nous propo-
sons.

Conformément à l’argumentation développée dans la Section 3.6, nous modélisons la
mauvaise connaissance sur les RI, dans la SRNA, par des noyaux maxitifs 2D où chacun est
obtenus en multipliant deux noyaux maxitifs triangulaires dont la demi largeur des sup-
ports est ∆ pour la projection, et δ pour la rétro-projection (voir Section 4). Comme le
facteur de rehaussement de résolution est fixé à 4×4, nous fixons δ à ∆

4 .
Les méthodes considérées dans ces expérimentations étant toutes itératives, se pose

le problème du nombre d’itérations à considérer pour chacune d’elles lors d’une compa-
raison. En effet, le nombre d’itérations a un impact certain sur les résultats, sachant qu’il
n’existe pas de méthode standard fiable pour détecter le nombre optimal d’itérations. Ce
problème se pose naturellement aussi pour la SRNA. C’est pourquoi nous proposons la
solution suivante : lorsqu’une image de référence hautement résolue est disponible, nous
considérons, pour chaque méthode, l’itération qui donne le meilleur résultat en terme de
distance quadratique entre l’image reconstruite et l’image de référence. Lorsqu’aucune
image de référence n’est disponible, nous fixons le nombre d’itérations à 8, car les diffé-

71
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rentes expérimentations que nous avons menées ont majoritairement abouti à un nombre
optimal d’itérations compris entre 7 et 9, et ce quelle que soit la méthode utilisée.

Un autre problème se pose pour comparer la méthode SRNA aux méthodes issues de la
littérature, qui est la nature intervalliste de l’image reconstruite. Afin de rendre la compa-
raison la plus objective possible, nous proposons d’utiliser l’image médiane, c.à.d. l’image
minimisant la distance de Hausdorff à l’image intervalliste reconstruite.

La première expérimentation illustre la sensibilité de la méthode IBP, qui utilise une
modélisation précise de la RI de l’imageur considéré à cette modélisation. Elle met en évi-
dence la robustesse de la SRNA à cette modélisation, c.à.d. sa capacité à mettre à profit une
connaissance imprécise sur la RI de l’imageur. La deuxième expérimentation met en évi-
dence l’apport informatif véhiculé par l’imprécision d’une image intervalliste reconstruite
par la SRNA. On montre ainsi d’une part, que l’imprécision de cette image est fortement
corrélée à l’erreur de reconstruction et, d’autre part, que l’image qui aurait été recons-
truite avec une méthode analogue précise utilisant le bon modèle de la RI est majoritaire-
ment incluse dans l’image imprécise reconstruite par SRNA. La troisième expérimentation
illustre la robustesse de la SRNA aux erreurs de recalage. La quatrième expérimentation
vise à comparer les performances de la SRNA avec celles de quelques autres méthodes is-
sues de la littérature lorsqu’on considère des séquences d’images réelles.

5.1 Utilisation d’une connaissance imprécise de la RI

Le but de cette expérimentation est, d’une part, de montrer la sensibilité de la mé-
thode IBP à la modélisation de la RI de l’imageur et, d’autre part, d’illustrer la performance
de la SRNA utilisant une connaissance imprécise de cette RI. Nous avons utilisé l’image
hautement résolue ’eia’ de 452× 452 pixels, souvent utilisée pour mettre en évidence les
performances de méthodes de super-résolution [Farsiu et al., 2004b], donnée par la Figure
(5.3.a). Nous avons fait un zoom sur un détail sensible de l’image car il contient du text
et un faisceau convergent de droites. C’est sur ce détail qu’on se basera pour faire une
comparaison qualitative. Nous avons généré synthétiquement une séquence de 16 images
bassement résolues en utilisant la projection définie dans la Section 3.5 et en appliquant
uniquement des translations. L’effet de la RI est simulée par la convolution avec un noyau
quadratique à bande limitée dont la demi largeur de son support ∆ est égale à 2.5. Le fac-
teur de décimation est de 4×4. Les images obtenues ont ensuite été quantifiées c.à.d. les
valeurs d’intensité des pixels ont été codées sur une échelle entière ([0,255]). La Figure (5.1)
montre les 6 premières images de la séquence.

Nous utilisons la méthode IBP pour effectuer 4 reconstructions : deux reconstructions
basées sur une modélisation du noyau de convolution ayant la forme appropriée (qua-
dratique) mais dont un ayant une demi-largeur∆ égale à 1.75 (sous-estimée) et l’autre une
demi-largeur∆ égale à 3 (sur-estimée), une reconstruction basée sur un noyau de convolu-
tion cubique ayant la taille de support appropriée (demi largeur égale à 2.5) et une recons-
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FIGURE 5.1 – 6 des 16 images bassement résolues générées synthétiquement
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truction que, par la suite, nous appellerons optimale, basée sur un noyau de convolution
ayant la forme et la demi-largeur appropriées, c.à.d. celles que nous avons utilisées pour
créer la séquence synthétique. Nous nous mettons ensuite dans un contexte semi-aveugle,
c.à.d. nous considérons que la seule connaissance que nous avons sur la RI de l’imageur
est d’être un noyau sommatif, symétrique et monomodal, de demie-largeur ∆ ≤ 3. Nous
modélisons cette connaissance imprécise par un noyau maxitif bidimensionnel dont la
demi-largeur du support∆ suivant chaque axe est égale à 3 et nous effectuons une recons-
truction avec la méthode SRNA.

Afin d’éviter l’influence des erreurs de recalage, les valeurs des translations n’ont pas
été estimées, nous avons utilisé les valeurs ayant servi pour générer la séquence.

Les images (b) à (f) de la Figure (5.3) présentent une vue subjective des résultats. Pour
permettre à notre lecteur de se faire une opinion sur la qualité des résultats obtenus, nous
avons fait un zoom sur le même détail que sur l’image originale (image (a)). Notons que
les images (c) à (f) ont été obtenues après le même nombre d’itérations (8). Seule la re-
construction optimale (b) a été obtenue après 15 itérations, car l’adéquation entre modèle
utilisé pour simuler l’acquisition et modèle utilisé pour reconstruire permet de pousser les
itérations plus loin alors que le biais de modèle, dans les autres cas, introduit une diver-
gence de la reconstruction après 8 itérations. Une présentation plus objective des résul-
tats est donnée par un calcul de la distance quadratique, exprimée par le PSNR, entre les
images reconstruites et l’image originale (Tableau (5.1)).

Dans un premier temps, on peut noter sur le Tableau (5.1), que la reconstruction de
l’image hautement résolue en utilisant IBP avec le noyau utilisé pour générer la séquence
(Expérience quad2.5) donne l’image qui est la plus proche, en PSNR, de l’image originale.
Par contre, un autre choix de taille du support du noyau (Expériences quad3 et quad1.75),
ou de forme du noyau (Expérience cub2.5) aboutit à une dégradation du PSNR, montrant
ainsi la sensibilité de la méthode IBP à la modélisation de la RI. Par opposition, la SRNA
donne un score de PSNR proche de celui obtenu par la reconstruction optimale. Ce score
de PSNR est supérieur à ceux obtenus avec des modèles de RI proches mais erronées.

En regardant de près les Figures (5.3) (b à f), on peut constater que toutes les recons-
tructions présentent des artefacts de Gibbs (oscillations près des zones de changement
brusque de l’intensité). Il apparait que les détails sont mieux reconstruits dans les images

Méthode de SR IBP SRNA
Noyau de la RI cub2.5 quad3 quad1.75 quad2.5

PSNR 22.24 23.40 23.19 24.03 23.84

TABLE 5.1 – Valeurs du PSNR de la méthode IBP avec différentes formes et tailles de support
du noyau de convolution, et de la SRNA.
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(b) et (f) que dans les autres reconstructions, ce que l’on peut constater aisément en com-
parant les caractères des nombres 150 et 200.

205 210 215 220 225 230 235 240 245 250
0

50

100

150

200

250

300

Image originale

IBP, quad
2.5

IBP, cub
2.5

IBP, quad
3

IBP, quad
1.75

SRI
∆=3

FIGURE 5.2 – Niveaux de gris d’un segment de la ligne 270 des différentes reconstructions
et de l’image originale de la Figure 5.3.

La Figure (5.2) trace, pour chacune des reconstructions, les niveaux de gris d’un seg-
ment de la ligne 270 de l’image. Ce segment correspond à la zone encadrée illustrée par la
Figure (5.4). On peut constater que les deux signaux reconstruits les plus proches du signal
original sont ceux obtenus par la reconstruction optimale (en vert) et la SRNA (en bleu)
confirmant ainsi les résultats obtenus par PSNR. On peut noter que le signal obtenu par
la reconstruction IBP en utilisant le noyau cubique avec ∆ = 3 (ligne continue rouge) va
dans le sens opposé du signal original entre les positions 223 et 235. Ceci confirme la forte
sensibilité de la méthode IBP au choix du modèle de la RI.
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Seq1 Seq2 Seq3 Seq4 Seq5 Seq6 Seq7 Seq8 Seq9 Seq10 Seq11 Seq12
Recons. optimales 95.48 95.35 95.59 95.11 94.33 93.22 94.34 94.33 94.67 94.38 93.93 93.43
Image originale 75.27 74.14 72.71 70.85 68.86 66.98 77.10 75.99 74.96 73.73 72.30 70.79

TABLE 5.2 – Ligne 1 : taux d’inclusion en % de la reconstruction optimale dans la recons-
truction SRNA. Ligne 2 : taux d’inclusion en % de l’image originale dans la reconstruction
SRNA.

5.2 L’apport d’information véhiculée par l’imprécision de
l’image reconstruite

Cette expérimentation vise à illustrer deux propriétés intéressantes de la SRNA. La pre-
mière propriété est l’aptitude de la reconstruction intervalliste à inclure l’image originale
et l’image qui aurait été obtenue en utilisant le modèle opportun de la RI, qu’on appellera
par la suit, la reconstruction optimale. La deuxième est une propriété classique du filtrage
non-additif [] qui est la corrélation entre l’imprécision des images intervallistes obtenues
par la SRNA d’une part, et l’erreur de reconstruction d’autre part.

Nous avons utilisé l’image benchmark classique ’Lena’ de 512×512 pixels comme ré-
férence hautement résolue et simulé son acquisition synthétiquement par 12 caméras
différentes. Cette simulation est obtenue en générant 12 séquences de 16 images basse-
ment résolues en niveaux de gris en utilisant la projection basée sur les partitions floues
(voir Section 3.5) avec un facteur de décimation de 4× 4. Nous avons considéré unique-
ment des translations. Chaque séquence a été générée en utilisant un modèle de RI diffé-
rent via 6 noyaux cubiques et 6 noyaux quadratiques, avec des demie-largeurs différentes
∆ ∈ [1.75,3].

Pour chacune des 12 séquences, nous effectuons une reconstruction utilisant IBP avec
le bon noyau (reconstruction optimale). Nous nous mettons ensuite dans un contexte
semi-aveugle et supposons que la seule connaissance que nous avons sur le noyau de la
RI est qu’il est sommatif, symétrique et monomodal dont la demi largeur ∆ ≤ 3 et nous
effectuons une reconstruction en utilisant la SRNA avec un noyau maxitif dont la demi lar-
geur ∆= 3. La méthode IBP a été itérée 20 fois et la SRNA 8 fois. Ces valeurs ont été choisies
pour obtenir la solution la plus proche, en distance quadratique, de l’image originale. Le
facteur de rehaussement de résolution a été fixé à 4×4 pour toutes les reconstructions. Les
valeurs des translations utilisées pour les reconstructions sont celles ayant servi à générer
les séquences.

Le Tableau 5.2 montre, pour chacune des 12 séquences, le taux d’inclusion de, la re-
construction optimale d’une part (ligne 1), et l’image originale d’autre part (ligne 2), dans
l’image intervalliste de la reconstruction SRNA, c.à.d. le pourcentage des intensités de
pixels (reconstruites ou originales) se trouvant entre les bornes des pixels correspondants
de la reconstruction avec la SRNA. Le Tableau 5.3 dresse les statistiques du Tableau 5.2. On
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Statistique des taux d’inclusion Min Mean Max Std.
Recons. optimales 93.22% 94.51% 95.59% 0.77

Image originale 66.98% 72.81% 77.10% 3.01

TABLE 5.3 – Ligne 1 : statistiques des taux d’inclusion en % de la reconstruction optimale
dans la reconstruction SRNA. Ligne 2 : statistiques des taux d’inclusion en % de l’image
originale dans la reconstruction SRNA.

peut voir que la reconstruction optimale est presque complètement incluse dans notre re-
construction SRNA. Cela veut dire que la SRNA inclut presque complètement la meilleure
reconstruction que l’on peut obtenir. Il est important de noter qu’à la première itération
des deux méthodes (IBP et SRNA) c.à.d. à la première rétro-projection des images basse-
ment résolue, le taux d’inclusion est de 100% puisque pour chaque séquence, l’opérateur
de rétro-projection imprécis inclut celui de la rétro-projection précise. Ce taux diminue
ensuite lentement au fur des itérations.

Cependant, le taux d’inclusion est moins important lorsqu’on considère l’image ori-
ginale. Nous pensons que ceci est normal car l’image originale contient des hautes fré-
quences impossible à restaurer correctement. Ce résultat est compensé par l’aptitude
de l’imprécision de chaque pixel reconstruit par la SRNA à quantifier l’erreur de re-
construction. Pour mettre en évidence cette aptitude, nous calculons, pour chacun des
12× 512 × 512 = 3145728 pixels intervallistes reconstruits, l’écart entre ses deux bornes
et la distance entre sa médiane et la valeur du pixel correspondant, dans l’image de la re-
construction optimale d’une part, et dans l’image originale d’autre part. Nous présentons
graphiquement par la Figure 5.5 l’imprécision versus l’erreur de reconstruction calculée
avec l’image de la reconstruction optimale (image (a)), et l’imprécision versus l’erreur de
reconstruction calculée avec l’image originale. Ces graphiques montrent de fortes corréla-
tions entre l’imprécision et les erreurs de reconstructions : le coefficient de corrélation de
Pearson est de, 80% entre l’imprécision et l’erreur de reconstruction calculée avec l’image
de la reconstruction optimale, et de 77% entre l’imprécision et l’erreur de reconstruction
calculé avec l’image originale.

Nous avons montré précédemment un très fort taux d’inclusion des images obtenues
par la reconstruction optimale dans les images intervallistes obtenues par la SRNA. Ce ré-
sultat est intéressant lorsque la valeur de l’imprécision n’est pas trop importante. En effet,
si les écarts entre les bornes inférieures et supérieures d’une image intervaliste recons-
truite par la SRNA sont très grands, l’imprécision n’apporte pas d’information supplémen-
taire significative. Nous illustrons par l’histogramme normalisé de la Figure 5.6 la distribu-
tion de l’imprécision des images intervallistes reconstruites par la SRNA. Il est donné pour
3145728 données, c.à.d. 12 séquences × 512 × 512 pixels. Cet histogramme montre que
0.44% des écarts pixel-à-pixel entre entre les bornes supérieures et inférieures sont infé-
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Translations Méthode Seq1 Seq2 Seq3 Seq4 Seq5 Seq6 Seq7 Seq8 Seq9 Seq10 Seq11 Seq12
Valeurs vraies IBP 34.34 33.77 33.81 34.13 33.19 34.12 32.27 34.86 33.5 32.52 31.61 31.29

SRNA 31.91 30.92 30.92 31.92 30.23 31.92 29.94 31.9 31.57 30.23 29.14 28.8
Valeurs bruitées IBP 29.78 29.73 29.73 29.48 29.87 29.48 27.25 27.28 27.3 27.32 27.22 27.15

SRNA 30.21 30.28 30.27 30.77 29.17 30.77 28.98 30.71 30.01 29.18 28.42 28.15

TABLE 5.4 – PSNR des images reconstruites pour les 12 séquences.

rieurs ou égaux à 5 niveaux de gris et que 58% d’entre eux sont inférieurs ou égaux à 10
niveaux de gris.

5.3 Robustesse aux erreurs de recalage

Le but de l’expérimentation suivante est d’illustrer la robustesse de la SRNA aux erreurs
de recalage. Lorsqu’on considère des séquences d’images réelles, les mouvements entre
les images ne sont généralement pas connus et doivent être estimés, introduisant ainsi des
erreurs qui peuvent être critiques pour les algorithmes de super-résolution.

Pour cette expérimentation, nous utilisons les mêmes 12 séquences de l’expérimenta-
tion précédente et considérons les mêmes méthodes de reconstruction : la méthode IBP
avec les bonnes modélisations de la RI et la SRNA avec les mêmes paramètres. Deux cas
sont traités : dans le premier, nous utilisons les bonnes valeurs des translations, c.à.d. celles
qui ont servi pour générer les séquences. Dans le deuxième, ces valeurs sont altérées par
un bruit Gaussien de moyenne nulle avec un écart-type de 0.3 dans l’échelle bassement
résolue. Nous utilisons le PSNR pour quantifier la déviation des images reconstruites par
rapport à l’image originale. Dans le cas de la SRNA, nous considérons l’image médiane
pour calculer le PSNR. Les résultats sont dressés dans le tableau 5.4.

Le Tableau 5.4 montre que, en utilisant les vraies valeurs des translations, la SRNA
donne de bons résultats. Le PSNR n’est jamais inférieur à 28 et est même supérieur à 30
dans 9 cas sur les 12. Évidemment, en utilisant la méthode IBP avec la bonne modélisa-
tion de la RI, on obtient les meilleurs résultats pour toutes les séquences. En fait, ce sont
les meilleurs résultats que l’on puisse obtenir en utilisant cette méthode puisqu’il n’y a
ni erreur de modélisation ni erreur de recalage. Cependant, lorsqu’on utilise les valeurs de
translation bruitées, la dégradation du PSNR avec la SRNA est beaucoup moins importante
que la dégradation du PSNR avec la méthode IBP pour les 12 séquences. De plus, la SRNA
donne de meilleurs résultats dans 11 cas sur les 12.

5.4 Tests sur des séquences réelles

Dans cette dernière expérimentation, nous étudions le comportement la SRNA lors-
qu’on considère des séquences d’images réelles et nous comparons ses performances,
qualitativement en utilisant une première séquence d’images, et quantitativement en uti-



5.4. TESTS SUR DES SÉQUENCES RÉELLES 79

lisant une deuxième séquence, avec quelques autres méthodes très compétitives issues de
la littérature.

Pour la première séquence, nous prenons les 12 premières images de la séquence
nommée ’disk’ d’une résolution de 49 × 57 pixels de Peyman Milanfar 1 pour recons-
truire des images hautement résolues avec un facteur de rehaussement de 4× 4. La Fi-
gure 5.7 montre les 6 premières images de la séquence. Nous effectuons des reconstruc-
tions en utilisant 4 méthodes : la SRNA, la méthode IBP, la méthode régularisée basée
sur la norme L1 présentée dans [Farsiu et al., 2004b] et l’approche MAP présentée dans
[Gunturk et Gevrekci, 2006] mais sans reconstruction haute dynamique. Pour les deux der-
nières, l’effet de la RI est représenté, comme le préconisent leurs auteurs, par la convolu-
tion avec un noyau Gaussien. Dans la suite, la taille de la fenêtre de ce noyau sera notée s et
son écart-type, σ. Pour chaque méthode, nous varions les paramètres de la RI pour étudier
sa sensibilité à ces derniers.

Nous avons expérimentalement constaté que ces méthodes itératives convergent après
environ 8 itérations. Nous les avons donc arrêtées à la 8i ème itération. Les mouvements
sont supposés être des pures translations, et sont estimés par un algorithme de recalage
basé sur le flot optique [Bouguet, 2000].

La Figure 5.8 montre les images hautement résolues obtenues avec les diffé-
rentes méthodes de reconstruction considérées. On peut noter que la méthode de
[Gunturk et Gevrekci, 2006] est très sensible aux choix des paramètres du noyau de la
RI. De plus, même en utilisant le noyau qui semble donner le meilleur résultat (s = 9×9 et
σ= 2), les écritures demeurent floutées et certains caractères ne sont pas distinguables. La
méthode présentée dans [Farsiu et al., 2004b] est moins sensible au choix des paramètres
de la RI et donne de bons résultats : il n y a presque pas d’effet de Gibbs dans les images
reconstruites. Cependant, les écritures sont légèrement floutées et il manque un peu de
texture dans les zones uniformes. La méthode IBP donne également de bons résultats. Les
écritures sont plus nettes que dans les résultats de la méthode de [Farsiu et al., 2004b] mais
on y voit aussi un apparaitre des artefacts de Gibbs près des contours. La SRNA semble
donner le meilleur compromis entre la netteté et ces artefacts. De plus, les reconstructions
de la SRNA sont très peu affectés par le choix de la taille du noyau maxitif utilisé.

Pour la deuxième séquence, nous utilisons 25 images réelles en niveaux de gris acquises
d’une scène représentant une mire, qu’on nommera la séquence ’mire’, avec une caméra
FL2-08S2C POINT GREY ayant une résolution de 1024× 768 pixels. La caméra a été fixée
sur un robot contrôlé et les mouvements effectués sont des pures translations. La Figure
5.9 montre deux photos montrant les conditions d’acquisition. La RI de cette caméra n’est
pas connue. La Figure 5.10 montre les 6 premières images de 160×160 pixels représentant
la région d’intérêt de la scène, que nous voulons restaurer.

Nous effectuons les mêmes reconstructions que pour la séquence précédente, avec les

1. http://users.soe.ucsc.edu/˜milanfar/software/sr-datasets.html
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mêmes paramètres, en utilisant les 25 images représentant la région d’intérêt. Les transla-
tions ont été estimées avec la même technique également.

Les images reconstruites avec les différentes méthodes sont données par la Figure 5.11.
Visuellement, presque les mêmes remarques que pour la séquence précédente peuvent
être faites pour chaque méthode, à l’exception de la méthode IBP qui donne un moins bons
résultats en utilisant le noyau quadratique qu’avec le noyau cubique. Ceci peut s’expliquer
par le fait que le noyau cubique soit certainement plus proche du noyau de la RI de la
caméra que le noyau quadratique.

Afin d’essayer d’avoir une image de référence à laquelle on peut quantitativement com-
parer ces résultats, nous avons effectué une acquisition hautement résolue de la même
scène. Nous avons donc rapproché la caméra de la mire, avec le robot, de manière à ce
que la région d’intérêt soit représentée par le nombre de pixels voulu sur l’image, c.à.d.
640×640, qui correspond à un rehaussement de résolution 4×4. L’image de la région d’in-
térêt de la scène est donc acquise avec une plus grande densité de pixels que précédem-
ment, et la RI couvre une zone moins importante ce qui correspond précisément à notre
modèle de super-résolution introduit dans la Section 3.1. Les conditions de cette acquisi-
tion hautement résolue sont illustrées par les photos de la Figure 5.12 et l’image hautement
résolue acquise de la région d’intérêt est donnée par la Figure 5.13.

Nous utilisons le PSNR afin d’évaluer la fidélité des différentes reconstructions par rap-
port à l’image de référence hautement résolue. Cette mesure étant très sensible au bruit et
au changement d’exposition durant l’acquisition, nous utilisons en plus le SSIM qui est un
critère plus cohérent avec la perception humaine. En effet, le SSIM mesure la similarité de
structure entre deux images, plutôt qu’une différence pixel-à-pixel comme le fait le PSNR.
L’image de référence hautement résolue étant moins exposée que les images bassement
résolues, ces mesures sont calculées après correction l’exposition de l’image de référence.
Soit X le vecteur représentant l’image de référence et X̂ le vecteur représentant l’image dont
on veut estimer la fidélité de reconstruction. Comme dans [Gunturk et Gevrekci, 2006], la
différence d’exposition entre les deux images est modélisée par :

X̂ = eX+C, (5.1)

où e est le facteur d’exposition et C un terme de compensation. La correction est réalisé en
résolvant l’Equation (5.1) par les moindres carrés.

Le Tableau 5.5 dresse les résultats obtenus en PSNR et en SSIM, pour les différentes
méthodes de reconstruction considérées. Ce tableau montre que la méthode IBP, basée sur
notre réinterprétatio, et la SRNA donnent des résultats meilleurs que ceux des méthodes
proposées dans [Farsiu et al., 2004b] et [Gunturk et Gevrekci, 2006], et ce en terme de PSNR
et de SSIM. Nous pouvons noter que la méthode IBP donne les meilleurs résultats que
toutes les autres en utilisant des noyaux cubiques (22.35 et 22.59 en PSNR et 0.87 et 0.88
en SSIM) mais des résultats moins bons en utilisant un noyau quadratique (20.39 en PSNR
et 0.78 en SSIM), tandis que notre méthode donne de bons résultats et ce pour les trois



5.5. CONCLUSION 81

tailles considérées du noyau maxitif utilisés (21.90, 22.11 et 22.36 en PSNR et 0.86 et 0.87
en SSIM).

Enfin, nous illustrons pour une seconde fois et confirmons l’aptitude de l’imprécision
de la SRNA à quantifier l’erreur de reconstruction. Une image de référence hautement ré-
solue étant disponible, nous pouvons calculer l’erreur entre la médiane de la reconstruc-
tion avec la SRNA et l’image de référence. Les courbes de la Figure 5.14 représentent gra-
phiquement l’imprécision versus l’erreur de reconstruction avec la SRNA pour les trois
différentes tailles de support du noyau maxitif considérées. Ces graphiques montrent une
forte corrélation entre l’imprécision et l’erreur de reconstruction. En effet, le coefficient de
corrélation est de 84% dans les premier et deuxième cas et de 85% dans le troisième.

5.5 Conclusion

Nous avons, dans ce chapitre, présenté les résultats d’expérimentations intensives qui
montrent les performances de la méthode de super-résolution imprécise que nous avons
proposée.

En utilisant des séquences d’images synthétiques, nous avons commencé par illustrer
l’importance de la bonne connaissance de la RI lorsqu’on considère certaines techniques
existantes nécessitant une modélisation précise de celle-ci, en montrant les effets que peut
avoir une mauvaise modélisation de la RI sur l’image reconstruite. Nous avons également
montré les bonnes performances de notre SRNA utilisant une modélisation imprécise de
la RI dans un contexte semi-aveugle.

Toujours en utilisant des séquences d’images synthétiques, nous avons expérimentale-
ment montré qu’il existe une forte corrélation entre l’imprécision de la reconstruction de
notre SRNA et l’erreur commise par la médiane de celle-ci. Cette corrélation montre que
l’imprécision est capable de quantifier l’erreur de reconstruction et peut donc nous fournir

Méthode de reconstruction
[Farsiu et al., 2004b] [Gunturk et Gevrekci, 2006]

s = 5×5, σ= 1 s = 7×7, σ= 1.5 s = 9×9, σ= 2 s = 5×5, σ= 1 s = 7×7, σ= 1.5 s = 9×9, σ= 2
PSNR 20.71 20.82 20.94 20.30 20.82 20.91
SSIM 0.82 0.82 0.83 0.81 0.84 0.85

Méthode de reconstruction
IBP SRNA

cub2 cub2.5 quad2.5 maxi ti f2 maxi ti f2.5 maxi ti f3
PSNR 22.35 22.59 20.39 21.90 22.11 22.36
SSIM 0.87 0.88 0.78 0.86 0.86 0.87

TABLE 5.5 – Valeurs du PSNR et du SSIM des reconstructions de la séquence ’mire’ avec les
différentes méthodes.
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une mesure de confiance sur les valeurs reconstruites, ce qui peut être très utile pour des
traitements ultérieurs de l’image, comme la fusion pondérées de données (images) etc.

Dans le même cadre, nous avons illustré la robustesse de notre SRNA aux erreurs de
recalage. Le recalage est une étape cruciale pour la super-résolution et est généralement
basé sur des techniques d’estimation de mouvements. Les résultats de ces techniques sont
souvent entachés d’erreurs qui ont une incidence sur l’image hautement résolue recons-
truite par la super-résolution. Nous avons expérimentalement montré que notre SRNA est
moins sensible à ces erreurs que la méthode IBP et qu’elle peut même, dans certains cas,
donner de meilleurs résultats, même lorsque cette dernière utilise la bonne modélisation
de la RI.

Nous avons montré les performances de la SRNA lorsqu’on considère des sé-
quences d’images réelles et nous les avons comparées avec les performances de trois
autres méthodes très compétitives issues de la littérature. La première, présentée dans
[Farsiu et al., 2004b] et basée sur la norme l1 et la régularisation BTV (voir Section 1.3.1),
est robuste aux erreurs de modélisation du bruit et du mouvement. La deuxième, pré-
sentée dans [Gunturk et Gevrekci, 2006] est basée sur une approche MAP (voir Section
1.3.2) utilisant un modèle d’observation tenant compte de la différence d’exposition entre
les images et des erreurs de quantification. La troisième méthode est la méthode IBP
[Irani et Peleg, 1991] basée sur notre réinterprétation. En utilisant une première séquence
d’images, tirée de la base de Peyman Milanfar 2, nous avons qualitativement montré que
notre SRNA donne des résultats très satisfaisants et qu’elle offre le meilleur compromis
entre la netteté et les artefacts de Gibbs.

Nous avons également effectué une série d’acquisitions bassement résolues d’une
scène représentant une mire, et une acquisition hautement résolue de la même scène,
conformément à notre modèle de super-résolution introduit dans la Section 3.1, afin
d’avoir une image de référence et donc, d’utiliser des mesures de quantitatives de
comparaison. Les résultats ont montré que notre SRNA donne des résultats très sa-
tisfaisants : meilleurs que ceux des méthodes proposées dans [Farsiu et al., 2004b] et
[Gunturk et Gevrekci, 2006], et qu’elle offre le meilleur compromis entre stabilité, vis-à-vis
du choix des paramètres de la RI, et de fidélité de reconstruction.

La disponibilité d’une image de référence nous a permis également de confirmer la
corrélations entre l’imprécision de notre SRNA et l’erreur commise par la médiane de celle-
ci.

2. http ://users.soe.ucsc.edu/ milanfar/
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(a) (b)

(c) (d)

(e) (f)

FIGURE 5.3 – (a) Image originale. Images reconstruites : (b) IBP avec un noyau quadratique
d’une demi largeur de 2.5, (c) IBP avec un noyau cubique d’une demi largeur de 2.5, (d) IBP
avec un noyau quadratique d’une demi largeur de 3, (e) IBP avec un noyau quadratique
d’une demi largeur de 1.75, (f) médiane la reconstruction SRNA.
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FIGURE 5.4 – Segment de la ligne 270 de l’image originale.
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FIGURE 5.5 – (a) Imprécision versus l’erreur entre la médiane et la reconstruction optimale,
coefficient de corrélation = 80%. (b) Imprécision versus l’erreur entre la médiane et l’image
originale, coefficient de corrélation = 77%.
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FIGURE 5.6 – Histogramme normalisé de l’imprécision des reconstructions intervallistes
de la SRNA
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FIGURE 5.7 – Les 6 premières images de la séquence ’disk’.
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(a1) s = 5×5, σ= 1 (a2) s = 7×7, σ= 1.5 (a3) s = 9×9, σ= 2

(b1) s = 5×5, σ= 1 (b2) s = 7×7, σ= 1.5 (b3) s = 9×9, σ= 2

(c1) cub2 (c2) cub2.5 (c3) quad2.5

(d1) maxi ti f2 (d2) maxi ti f2.5 (d3) maxi ti f3

FIGURE 5.8 – Différentes reconstructions de la séquence ’disk’. De a1 à a3 : méthode de
[Farsiu et al., 2004b], de b1 à b3 : méthode de [Gunturk et Gevrekci, 2006], de c1 à c3 : IBP,
de d1 à d3 : médiane de la SRNA.
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FIGURE 5.9 – Conditions des acquisitions bassement résolues de la séquence ’mire’.

FIGURE 5.10 – Les 6 premières images de la séquence ’mire’.
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(a1) s = 5×5, σ= 1 (a2) s = 7×7, σ= 1.5 (a3) s = 9×9, σ= 2

(b1) s = 5×5, σ= 1 (b2) s = 7×7, σ= 1.5 (b3) s = 9×9, σ= 2

(c1) cub2 (c1) cub2.5 (c1) quad2.5

(d1) maxi ti f2 (d1) maxi ti f2.5 (d1) maxi ti f3

FIGURE 5.11 – Différentes reconstructions de la séquence ’mire’. De a1 à a3 : méthode de
[Farsiu et al., 2004b], de b1 à b3 : méthode de [Gunturk et Gevrekci, 2006], de c1 à c3 : IBP,
de d1 à d3 : médiane la SRNA.
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FIGURE 5.12 – Conditions de l’acquisition hautement résolue de l’image ’mire’.

FIGURE 5.13 – Image ’mire’ acquise en haute résolution.
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FIGURE 5.14 – Corrélation entre l’imprécision de la SRNA et l’erreur de reconstruction entre
l’image de référence et la médiane de la SRNA, pour différente taille de support du noyau
maxitif employé : (a) ∆= 2, (b) ∆= 2.5, (c) ∆= 3.





CHAPITRE

6
Conclusion générale et perspectives

Nous avons abordé, dans cette thèse, le problème de la reconstruction d’une image
hautement résolue à partir de plusieurs images bassement résolues, problème connu sous
le nom de super-résolution. La super-résolution est connue pour être un problème mal
posé et mal conditionné. Ceci rend la qualité de l’image reconstruite par super-résolution
très sensible à la modélisation de l’acquisition, notamment à la modélisation des mouve-
ments reliant, entre elles, les images bassement résolues, mais aussi à la modélisation de
la réponse impulsionnelle (RI) de l’imageur utilisé lors de l’acquisition. Notre travail s’est
focalisé sur la question de la connaissance de la RI de l’imageur. Les problèmes liés à une
modélisation inadéquate des mouvements n’ont pas été directement abordés dans cette
thèse.

Une étude comparative des méthodes de super-résolution proposées par la littérature
scientifique, que nous avons réalisée, a montré que la plupart de ces méthodes ne tiennent
pas compte du fait que la RI de l’imageur est mal connue, ou bien modélisent cette mécon-
naissance en supposant qu’elle participe d’un phénomène aléatoire alors qu’aucun aléa
n’existe une fois un modèle choisi.

Partant de ce constat, nous avons proposé de modéliser la connaissance imprécise de
cette RI par une capacité de Choquet concave. Plus particulièrement, nous avons utilisé
l’aptitude des noyaux maxitifs à représenter un ensemble convexe de RI pour modéliser le
fait que la RI de l’imageur est connue de façon imprécise. Une telle modélisation nous a
semblé plus appropriée au contexte semi-aveugle.

Modéliser la RI par une capacité concave induit une modélisation du phénomène d’ac-
quisition un peu particulière car de nature intervalliste. L’utilisation de ce modèle pour
représenter l’opérateur reliant l’image hautement résolue à l’ensemble des images basse-
ment résolues mesurées, appelé projection, doit être modifié à cet effet. On obtient alors
un nouvel opérateur de projection dont le résultat est un ensemble d’images imprécises

93
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(intervallistes). Afin de résoudre le problème de super-résolution, on peut soit dévelop-
per une méthode dédiée à l’inversion de ce modèle, soit étendre une des méthodes exis-
tantes de super-résolution à cette nouvelle modélisation. Nous avons choisi la seconde op-
tion en étendant la méthode de rétro-projection itérative. Ce choix a été motivé par le fait
que la rétro-projection itérative fasse partie des méthodes les plus performantes de super-
résolution, d’une part, et le fait que la rétro-projection itérative puisse être vue comme la
base d’un grand nombre des techniques basées optimisation présentées dans la Section
1.3, d’autre part. En effet, les techniques d’optimisation sont généralement des améliora-
tions, souvent par régularisation, de la rétro-projection itérative.

L’utilisation de notre modèle dans l’algorithme de rétro-projection itérative conduit
à une modification de l’opérateur de rétro-projection également. On utilise alors deux
nouveaux opérateurs imprécis de projection et de rétro-projection conduisant chacun à
des données imprécises (intervallistes). L’image hautement résolue reconstruite par l’al-
gorithme étendu est de nature intervalliste, reflétant la connaissance imprécise sur la RI
de l’imageur.

Nous avons présenté en détail une implémentation simple de cet algorithme, basée
sur des opérateurs unidimensionnels. Cette implémentation ne convient cependant qu’au
cas où les images bassement résolues sont reliées entre elles par des transformations qui
sont de pures translations. Pour les mouvements plus généraux, l’implémentation néces-
site des calculs de l’intégrale de Choquet 2D qui sont plus complexes à réaliser. L’étude de
la complexité algorithmique temporelle a montré que la complexité de notre méthode est
quadratique vis-à-vis du facteur de rehaussement de la résolution et linéaire vis-à-vis des
autres paramètres qui sont le nombre d’images bassement résolues utilisées, le nombre
de pixels dans chacune de ces images et le nombre d’itérations. Bien que la complexité de
notre méthode soit du même ordre que celle de l’algorithme classique de rétro-projection
itérative, dont elle est une extension, son temps d’exécution est environ deux fois plus im-
portant. Ceci est certainement dû au traitement, à chaque itération, de deux fois plus de
données (à cause de la nature intervalliste des images manipulées) et à l’utilisation de l’in-
tégrale de Choquet discrète qui nécessite un tri des valeurs de la fonction considérée.

La nature intervalliste de l’image obtenue par notre méthode pose un problème quand
il s’agit de comparer ses performances à celles d’autres méthodes existantes. Pour y re-
médier, et rendre la comparaison la plus objective possible, nous avons considéré l’image
médiane, c.à.d. l’image minimisant la distance de Hausdorff à l’image intervalliste recons-
truite. Les résultats expérimentaux ont mis en évidence plusieurs propriétés intéressantes
de notre méthode : en premier lieu, sa capacité à pouvoir reconstruire correctement une
image super-résolue en utilisant uniquement une connaissance imprécise sur la RI, ce qui
est une forme de robustesse à la méconnaissance de cette RI ; ensuite, sa capacité à quan-
tifier les erreurs de reconstruction ; l’inclusion de la quasi-totalité de l’image qui aurait été
reconstruite en utilisant le bon modèle de RI entre les bornes de la solution imprécise ob-
tenue ; et enfin, sa robustesse aux erreurs d’estimation de mouvements. Si l’on s’intéresse
maintenant simplement à la qualité des images reconstruites, il ressort de nos expérimen-
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tations que la méthode que nous proposons se range dans les plus performantes tant en
terme de qualité des détails reconstruits (critères visuels) qu’en terme de distance à l’image
de référence (PSNR et SSIM).

Les résultats expérimentaux montrent que l’image médiane de la reconstruction obte-
nue par notre méthode offre un bon compromis entre la reconstruction de détails qu’on ne
voit pas dans les images bassement résolues, la netteté des contours, et l’atténuation des
artefacts de reconstruction comme le rehaussement du bruit et le phénomène de Gibbs.
Cependant, ce choix est arbitraire et n’exploite pas la totalité de l’information véhiculée
par la variation de l’imprécision sur l’ensemble des pixels de l’image intervalliste obtenue.
Une des améliorations, qui pourrait être apportée, est de développer une technique per-
mettant de choisir, de manière renseignée, une image précise se trouvant entre les bornes
inférieure et supérieure de la solution obtenue, au lieu de choisir arbitrairement l’image
médiane. Cette technique pourrait être basée sur la recherche d’une image optimisant un
critère défini au préalable comme par exemple un des critères utilisés pour la régularisa-
tion (voir Section 1.3). L’hypothèse que l’image recherchée soit comprise entre les bornes
inférieure et supérieure de la solution obtenue par notre méthode pourrait alors réduire
considérablement l’espace de recherche d’une telle image. Cette amélioration peut alors
être vue comme une forme de régularisation de notre méthode qui est à la base l’exten-
sion d’une méthode classique non régularisée. Cela permettrait peut-être d’exécuter l’al-
gorithme jusqu’à convergence au lieu de le régulariser par un arrêt précoce des itérations.

Une des prolongations possibles de notre méthode serait de l’adapter au cas où les
mouvements reliant les images bassement résolues sont plus complexes que des trans-
formations rigides (exemples : transformations affines, projectives etc), voire aux mou-
vements non globaux (exemples : objets en mouvement, images avec différents plans,
etc). On pourrait même envisager d’utiliser des modèles de mouvements imprécis lorsque
ceux-ci ne peuvent être estimés de manière précise.

Enfin, il serait intéressant d’évaluer les performances de notre méthode dans des cas
d’applications réelles. Parmi les applications les plus évidentes, on peut citer la vidéo-
surveillance, l’imagerie satellitaire et l’imagerie médicale, ou encore des applications mul-
timédia comme la construction de mosaïques super-résolues, de vidéos super-résolues, et
le développement d’applications smartphone permettant l’acquisition rapide de photos
super-résolues avec un capteur intégré bassement résolu.
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Abstract

Super-resolution is an image processing technique that involves reconstructing a high resolu-

tion image based on one or several low resolution images. This technique appeared in the 1980’s

in an attempt to artificially increase image resolution and therefore to overcome, algorithmically,

the physical limits of an imager. Like many reconstruction problems in image processing, super-

resolution is known as an ill-posed problem whose numerical resolution is ill-conditioned. This

ill-conditioning makes high resolution image reconstruction quality very sensitive to the choice of

image acquisition model, particularly to the model of the imager Point Spread Function (PSF).

In the panorama of super-resolution methods that we draw, we show that none of the meth-
ods proposed in the relevant literature allows properly modeling the fact that the imager PSF is, at
best, imprecisely known. At best the deviation between model and reality is considered as being a
random variable, while it is not: the bias is systematic.

We propose to model scant knowledge on the imager’s PSF by a convex set of PSFs. The use of
such a model challenges the classical inversion methods. We propose to adapt one of the most pop-
ular super-resolution methods, known under the name of "iterative back-projection", to this impre-
cise representation. The super-resolved image reconstructed by the proposed method is interval-
valued, i.e. the value associated to each pixel is a real interval. This reconstruction turns out to be
robust to the PSF model and to some other errors. It also turns out that the width of the obtained
intervals quantifies the reconstruction error.

Keywords: Super-resolution, maxitive kernels, Choquet integral, non-additive measures, imprecise

expectation, intervals and imprecision.

Résumé

La super-résolution est une technique de traitement d’images qui consiste en la reconstruc-
tion d’une image hautement résolue à partir d’une ou plusieurs images bassement résolues. Cette
technique est apparue dans les années 1980 pour tenter d’augmenter artificiellement la résolution
des images et donc de pallier, de façon algorithmique, les limites physiques des capteurs d’images.
Comme beaucoup des techniques de reconstruction en traitement d’images, la super-résolution
est connue pour être un problème mal posé dont la résolution numérique est mal conditionnée. Ce
mauvais conditionnement rend la qualité des images hautement résolues reconstruites très sen-
sible au choix du modèle d’acquisition des images, et particulièrement à la modélisation de la ré-
ponse impulsionnelle de l’imageur.

Dans le panorama des méthodes de super-résolution que nous dressons, nous montrons qu’au-
cune des méthodes proposées par la littérature ne permet de modéliser proprement le fait que la
réponse impulsionnelle d’un imageur est, au mieux, connue de façon imprécise. Au mieux l’écart
existant entre modèle et réalité est modélisé par une variable aléatoire, alors que ce biais est systé-
matique.

Nous proposons de modéliser l’imprécision de la connaissance de la réponse impulsionnelle
par un ensemble convexe de réponses impulsionnelles. L’utilisation d’un tel modèle remet en ques-
tion les techniques de résolution. Nous proposons d’adapter une des techniques classiques les
plus populaires, connue sous le nom de rétro-projection itérative, à cette représentation impré-
cise. L’image super-résolue reconstruite est de nature intervalliste, c’est à dire que la valeur asso-
ciée à chaque pixel est un intervalle réel. Cette reconstruction s’avère robuste à la modélisation de
la réponse impulsionnelle ainsi qu’à d’autres défauts. Il s’avère aussi que la largeur des intervalles
obtenus permet de quantifier l’erreur de reconstruction.

Mots clefs : Super-résolution, noyaux maxitifs, intégrale de Choquet, mesures non additives, espé-

rance imprécise, intervalles et imprécision.
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