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THÈSE DE DOCTORAT DE L’UNIVERSITÉ DE LYON
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Résumé

Dans cette thèse, nous proposons un outil SmartGov, mixant simulation multi-agents et apprentissage

multi-agents par renforcement profond, pour permettre la co-construction de politiques urbaines et inscrire

les acteurs de la ville dans la boucle de conception. La Smart City permet à l’outil d’intégrer les données

collectées par les capteurs présents dans la ville pour la modéliser de façon réaliste. Notre première contribution

est une architecture générique pour construire une simulation multi-agents représentant la ville, et étudier

l’émergence de comportement globaux avec des agents réalistes capables de réagir aux décisions politiques.

Grâce à une modélisation multi-niveaux, et le couplage de différentes dynamiques, le système apprend les

spécificités de l’environnement pour proposer des politiques pertinentes. Notre seconde contribution concerne

l’autonomie et l’adaptation de la couche décisionnelle avec un apprentissage par renforcement multi-agents

et multi-niveaux. Un ensemble d’agents, regroupés en clusters, est distribué dans le périmètre étudié pour

apprendre des spécificités locales sans connaissance a priori de son environnement. L’attribution d’un score

de confiance et de récompenses individuelles permettent d’atténuer l’impact de la non-stationnarité sur la

réutilisation d’expériences nécessaire à l’apprentissage profond. Ces contributions conduisent à un système

complet de co-construction de politiques urbaines dans le contexte de la Smart City. Nous comparons notre

modèle avec d’autres approches de la littérature sur une politique de tarification du stationnement urbain,

afin de mettre en évidence les apports et les limites de nos contributions.

Mots-clés

Simulation multi-agents ; Apprentissage par renforcement multi-agents profond ; Couplage de dynamiques ;
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Abstract

In this thesis, we propose the SmartGov model, coupling multi-agent simulation and multi-agent deep

reinforcement learning, to help co-construct urban policies and integrate all stakeholders in the decision

process. Smart Cities provide sensor data from the urban areas to increase realism of the simulation in

SmartGov. Our first contribution is a generic architecture for multi-agent simulation of the city to study

global behavior emergence with realistic agents reacting to political decisions. With a multi-level modeling

and a coupling of different dynamics, our tool learns environment specificities and suggests relevant policies.

Our second contribution improves autonomy and adaptation of the decision function with multi-agent,

multi-level reinforcement learning. A set of clustered agents is distributed over the studied area to learn local

specificities without any prior on the environment. Trust score assignment and individual rewards help reduce

non-stationary impact on experience replay in deep reinforcement learning. These contributions bring forth

a complete system to co-construct urban policies in the Smart City. We compare our model with different

approaches from the literature on a parking fee policy to display the benefits and limits of our contributions.

Keywords

Multi-agent simulation ; Multi-agent deep reinforcement learning ; Dynamic coupling ;
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et m’orienter au long de ces années de thèse.
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chance de côtoyer au LIRIS. Merci à vous pour tous ces années, ces découvertes, le temps passé ensemble en
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jeux de rôles. Une pensée particulière pour Yohann et ta merveilleuse installation de Arch sur ma machine.

Samuel, notre roi de l’optimisation et du macaron, pour ta contribution dans mon modèle avec tes voitures
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nos trajets en voiture et nos discussions vont me manquer. Alexis pour nos échanges, sur le monde que nous
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4.1 Représentation schématique de la ville . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 44

4.2 Architecture générique SmartGov . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 46

4.3 Couche Usagers de SmartGov . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 47
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6.3 Représentation schématique de la séparation et de la fusion . . . . . . . . . . . . . . . . . . . 116
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Chapitre 1

Introduction

La campagne de vaccination contre le virus H1N1 de 2009 en France, ou plus récemment la proposition de

la loi sur la taxe carbone, sont des exemples de politiques qui sont mal reçues par une partie des acteurs

concernés, notamment en raison de l’incompréhension ou de la non-pertinence des dépenses engendrées par ces

politiques. Tout le monde a une opinion sur une politique existante : ce qui est satisfaisant, ce qui pourrait

être amélioré, ce qui devrait être supprimé. Chacun souhaite ainsi non seulement pouvoir exprimer son avis,

mais également que celui-ci soit pris en compte dans les processus politiques. Une politique peut aussi bien

concerner un ensemble restreint d’acteurs, comme une tranche démographique, ou bien impacter un grand

nombre d’individus (l’ensemble de la population d’une ville par exemple). Imaginons un monde où chaque

personne pourrait facilement exprimer son avis. Cela simplifierait-il la conception de politiques ? Le choix des

personnes à satisfaire est toujours délicat, et il est donc nécessaire de faire des compromis. À l’heure de la Smart

City, du Big Data et du citoyen connecté, exprimer son avis n’a jamais été aussi simple. Dans ce contexte,

comment les décideurs peuvent-ils utiliser facilement ces retours ? En effet, les retours des parties prenantes

sont complexes à obtenir : difficulté de représenter le problème politique, faux avis (lobbyistes) ou avis orientés,

biais dans les réponses, etc. Ces retours usagers, récoltés par des applications dédiées, peuvent être utilisés

pour construire des politiques urbaines, comme par exemple des politiques d’urbanismes et d’aménagement

du territoire, de mobilité avec l’extension d’un réseau de tram, d’environnement en favorisant les espaces

verts. Ces politiques urbaines forment un écosystème complexe au sein duquel elles sont interdépendantes

et ne peuvent donc pas être traitées indépendamment les unes des autres. Dans ce cadre, les décideurs ont

besoins d’outils adaptés permettant de guider leur prise de décision. Ce besoin est renforcé par le récent

transfert de compétences de l’État à destination des villes, ce qui leur confère davantage de responsabilités de

décision, sans qu’elles ne soient pour autant préparées à y répondre. De plus, l’extension à l’échelle territoriale

de la zone urbaine modifie le paysage urbain, avec des regroupements en intercommunalités, ce qui engendre

une prolifération de nouveaux acteurs politiques.

Ce travail de thèse n’a pas pour objectif de produire la meilleure politique possible, mais plutôt de

s’intéresser à la question suivante : si le décideur dispose de données décrivant les acteurs concernés de la
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zone urbaine considérée, comment peut-il construire une politique urbaine satisfaisant ses objectifs ? Ou de

manière plus générale, s’il souhaite apporter une modification particulière à une politique donnée, est-ce que

celle-ci sera bien reçue par les différents acteurs concernés ? Les données du citoyen connecté, obtenues de

manière active sur les réseaux sociaux, ou de manière passive avec les données d’usages et de déplacements,

permet d’identifier la dynamique des usagers dans un contexte urbain. Le décideur aurait besoin d’un outil,

s’inscrivant dans le cadre de la Smart City, capable non seulement d’assister le décideur pour produire et

modifier des politiques, mais également d’utiliser et d’intégrer des retours dans la boucle de conception

politique. L’analyse des effets d’une politique par les retours exprimés par les citoyens faciliterait l’évaluation

des actions politiques appliquées. Cet outil proposerait alors un ensemble de politiques envisageables, que le

décideur politique pourrait ajuster avant de réaliser des simulations permettant leur évaluation. Ce type de

construction est appelée co-construction, et repose sur un échange entre le concepteur et l’outil d’aide à la

décision, qui permet de structurer et d’éprouver un ensemble de décisions politiques.

Actuellement, les décideurs disposent de différentes méthodes pour estimer l’impact d’une politique urbaine.

L’une d’entre elles est la simulation, véritable bac à sable permettant de tester différentes décisions politiques

et d’en observer les conséquences sur un environnement contrôlé, afin de guider les mesures à mettre en place

dans la ville réelle. La simulation multi-agents orientée individu permet en particulier de représenter les

comportements humains et leurs interactions. Les populations d’agents peuvent refléter les sondages d’opinion

du moment par exemple. La phase d’élaboration d’une politique repose sur son adaptation aux évolutions

observées dans l’environnement suite à l’application d’actions politiques. Elle dépend également de l’horizon

de temps de la politique. C’est-à-dire que pour atteindre un même objectif, la séquence d’actions risque d’être

différente selon que la politique est appliquée à court ou à long terme. Sur le long terme, il est nécessaire

d’ajuster les mesures prises afin de prendre en compte les évolutions de l’environnement qui apparaissent.

Cependant, trouver les bons indicateurs pour améliorer la politique peut prendre du temps, et il est nécessaire

de réaliser différentes expérimentations afin de bien comprendre les effets observés d’une politique. Une

solution pour simplifier le processus de création repose sur l’auto-adaptation de la politique à l’aide d’un

apprentissage automatique, et ce avec ou sans connaissances expertes. Par conséquent, l’objectif de cette thèse

est d’élaborer une preuve de concept pour un outil générique d’aide à la décision, capable de s’auto-adapter à

la construction du contexte politique par le décideur, pour l’assister dans la co-construction de politiques

urbaines. La co-construction est utilisée aux différentes étapes de la conception par le décideur, afin de

modéliser dans un premier temps la zone urbaine qu’il souhaite étudier, puis d’évaluer les politiques urbaines

auto-adaptées proposées par l’outil dans un second temps. De cette façon, les allers-retours entre l’outil et

le décideur permettent d’ajuster les actions politiques pour satisfaire les objectifs visés. La co-construction,

envisagée entre le décideur et l’outil, peut également être un support de discussion pour le décideur lorsqu’il

suggère des modifications aux utilisateurs. Cette co-construction permet également aux décideur de modifier

directement les paramètres de l’outil, ce qui modifie sa perspective initiale pour produire de nouvelles politiques

urbaines plus adaptées à la situation réelle.
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1.1. Contexte

1.1 Contexte

L’urbanisation de la société est en constante croissance. Les villes s’étendent rapidement et deviennent de

plus en plus complexes. Le décideur politique doit prendre en compte les changements rapides qui interviennent

dans la zone urbaine pour établir des politiques pertinentes. Les approches classiques de conception de politique

urbaine (top-down) partent généralement d’un problème politique identifié par les concepteurs. Cependant,

ces approches sont limitées par la difficulté de prendre en compte toutes les données disponibles, mais aussi

d’intégrer l’utilisateur, qui intervient souvent à la dernière étape du processus. Pourtant, avec les moyens de

communication actuels, l’utilisateur pourrait s’exprimer facilement dès l’élaboration initiale de la politique en

question. La Smart City est présentée comme une zone urbaine connectée, disposant d’infrastructures et de

capteurs pour collecter toutes sortes de données (d’usages, de pollution, etc.) et ainsi gérer la collectivité et

ses ressources de manière plus efficace. Cette thèse s’inscrit dans l’effort réalisé autour de la Smart City.

La récente intégration des données ouvertes et l’explosion des objets connectés dans les Smart Cities

modifient le paysage des politiques urbaines. Les données sont désormais plus facilement accessibles et

utilisables, et peuvent être prises en compte pour structurer la politique. De plus, le récent virage sociétal

urbain conduit à intégrer les usagers dans la conception même des politiques, à la fois pour connaitre leurs

retours sur l’utilisation des réseaux et de l’infrastructure, mais aussi pour évaluer leurs besoins. Les différentes

thématiques abordées dans la thèse sont décrites dans cette section.

1.1.1 Politique urbaine et décision politique

La politique urbaine peut être soit d’origine publique (représentées par des institutions étatiques décrites

par Dewey [65] et à destination des citoyens qui votent), soit d’origine privée. Par exemple des entreprises

comme Google investissent l’espace publique en instaurant et en régulant l’affichage publicitaire dans certaines

villes américaines. On peut aussi citer les town square d’Apple, véritables aménagements de la ville qui

ressemblent à des espaces publics tout en étant privés et à vocation commerciale.

Intéressons-nous plus précisément à la notion de politique urbaine. Walker propose dans les années 2000

la définition suivante du mot politique [250] :

Définition 1 : Les politiques sont l’ensemble des dispositions, applicables par les acteurs du domaine

politique, qui affectent les structures et les performances d’un système. De manière générale, une politique

est un ensemble d’actions effectuées par une entité (publique ou privée) pour contrôler le système, aider à

résoudre les problèmes identifiés, ou visant un certain nombre de bénéfices.

Dans la définition que nous venons d’aborder, le système représente la cible d’une politique donnée. Dans

le cadre de la politique urbaine, cette cible peut être une communauté de communes, une ville ou un quartier,

mais aussi un élément de la ville : le réseau de transports en commun, par exemple. Cette définition générale

ne traduit toutefois pas la notion d’adaptabilité d’une politique. Comme nous l’avons vu précédemment, il est

complexe de planifier les mesures à prendre dans un futur incertain, et par conséquent il serait nécessaire

de considérer des politiques adaptatives, capables de rester pertinentes même après des changements non

envisagés. Nous proposons ainsi notre définition de la politique urbaine :

3
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Définition 2 : Une politique est un ensemble d’actions effectuées par une entité (publique ou privée) afin

de réguler le système étudié et de faciliter la résolution des problèmes identifiés. Cette politique s’adapterait

donc en continu par un ajustement des actions préconisées, pour atteindre des bénéfices supérieurs aux coûts

de mise en place.

Nous avons abordé en introduction le fait que l’application d’une politique est une tâche non triviale

pour les décideurs, et ce pour plusieurs raisons. D’une part, le processus de conception d’une politique

urbaine implique un certain nombre d’acteurs (publics et privés). Ainsi, l’élaboration d’une politique va de

l’identification du problème à la réflexion de la pertinence des solutions choisies, en passant par la mise en

application et par l’analyse des effets et des coûts générés (directs et différés) par cette politique. D’autre part,

une politique donnée impacte nécessairement les usagers en modifiant leurs habitudes et leur façon d’interagir

avec l’environnement. Afin d’augmenter les chances qu’une politique donnée soit acceptée, les acteurs doivent

proposer une politique adaptée à la majorité des usagers concernés. Pour ces raisons, la conception d’une

politique nécessite de prendre en compte l’ensemble de tous les paramètres que nous venons d’aborder.

1.1.2 Intérêt de la simulation

L’avantage de la simulation est de pouvoir tester des décisions politiques, et d’en observer les effets, sans

avoir à les appliquer dans la réalité. Cette approche est généralement appréciée car elle permet d’éviter

la perte de temps, et potentiellement d’argent, liée à l’application d’une mauvaise politique. Cependant,

le problème posé par la simulation est sa pertinence par rapport à une situation réelle, qui conditionne la

validité des observations effectuées au sein de cette simulation. Dans le cadre de la représentation d’acteurs

humains, la simulation multi-agents orientée individu offre la possibilité d’avoir des comportements crédibles

et réalistes. La crédibilité est nécessaire pour une meilleure acceptation des résultats de l’outil, et le réalisme

est nécessaire pour l’obtention de meilleurs résultats à l’issue de la simulation. En utilisant les données

recueillies au sein de la Smart City, on pourrait ainsi générer des populations synthétiques plus hétérogènes et

réalistes Appliquée aux systèmes complexes, la simulation de politiques urbaines offrirait la possibilité de

considérer un écosystème à part entière. Les systèmes complexes intègrent des sous-systèmes gérés par des

acteurs publics (réseau de pistes cyclables, de voies routières, emplacements des parking) ou bien par des

acteurs privés (compagnies de taxis, véhicules autonomes, bôıtes logistiques urbaines pour les livraisons, etc.).

1.1.3 Adaptation aux changements de la société

La construction d’une politique urbaine nécessite, à défaut de pouvoir prédire l’avenir, d’anticiper une

partie des évolutions futures. Le recours à l’apprentissage automatique est ainsi particulièrement adapté pour

accrôıtre l’autonomie et l’adaptabilité du processus décisionnel. Son utilisation est donc envisagée dans la

construction de politiques, pour apprendre dans un premier temps les spécificités locales de l’environnement,

puis dans un second temps pour utiliser cet apprentissage afin d’ assister le décideur en lui suggérant des

actions possibles sur le système. Cependant, il existe différentes manières d’exploiter l’apprentissage. Quelles

sont-elles dans notre cadre ? Que doit apprendre le système ? Quel serait l’objectif de l’apprentissage ?
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En plus de ces questions, la conception d’une politique urbaine satisfaisante requiert d’identifier les

particularités de la zone urbaine étudiée. Par exemple, les mesures spécifiques à appliquer peuvent dépendre

du quartier (résidentiel ou commercial), ou du cadre de vie (activités de jours ou vie de nuit). La conception

d’un outil d’aide à la décision complet pour créer des politiques adaptatives devrait donc être capable

de proposer un découpage pertinent de l’environnement, permettant de cibler les actions politiques sur le

territoire.

L’utilisation de l’intelligence artificielle, en parallèle avec les données fournies par la Smart City, permet

donc de répondre aux difficultés et besoins identifiés précédemment pour l’élaboration de politiques urbaines,

notamment en impliquant le décideur dans un processus de co-construction des politiques. Nous souhaitons

dans ce travail proposer une preuve de concept d’un outil d’aide à la décision assez générique, permettant de

satisfaire un ensemble d’objectifs spécifiés par les utilisateurs (décideurs, acteurs de la ville) afin de produire

des politiques urbaines spécifiques à différents domaines (mobilité, alimentation en électricité ou en fibre

optique, canalisations d’eau, etc.).

1.2 Plan de ce manuscrit

Ce travail de thèse se trouve au croisement de plusieurs domaines de recherche : la conception de politiques,

la simulation multi-agents et l’apprentissage automatique (figure 1.1).
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Politique
urbaine 

et Smart Cities

Simulation
multi-agents

Apprentissage
par renforcement

Figure 1.1 – La thèse regroupe ces trois thématiques. Chaque cercle numéroté correspond au chapitre associé, et
illustre les thématiques qui y sont abordées. Les cercles orange sont des chapitres d’état de l’art, les cercles violets
sont des contributions, et le cercle rouge se réfère aux expérimentations.

Les travaux de cette thèse portent sur l’adaptation des systèmes à des environnements inconnus et leur

réaction lorsque ceux-ci évoluent. Un outil d’aide à la décision adaptatif doit être capable de considérer

des problématiques diverses et variées. Ainsi, avec la même architecture, nous souhaitons que le décideur

puisse produire différentes politiques de mobilité urbaine. Par exemple, le décideur pourrait évaluer l’impact

de la création d’un parking relais en périphérie de la ville sur le comportement des travailleurs en voiture,
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tout comme l’impact de la création d’une nouvelle ligne de métro sur le déplacement des usagers. D’autre

part, nous souhaitons que notre outil puisse également permettre au décideur de gérer des problématiques

d’aménagement urbain, comme l’alimentation des bâtiments en eau potable ou encore l’étude de la distribution

de la fibre optique sur les prix de l’immobilier.

L’objectif de cette thèse est donc de proposer une architecture générique avec un outil d’aide à la décision

assistant le concepteur dans la phase de construction d’une politique urbaine. Notre modèle contient tous les

éléments nécessaires pour offrir un cadre d’étude réaliste permettant d’éprouver des problématiques urbaines

variées. Cette thèse apporte ainsi deux contribution principales : le modèle générique SmartGov, avec un

couplage de simulations multi-agents, et l’algorithme d’apprentissage ClusteredDeep Q-Network (CDQN),

conduisant à l’organisation dynamique de groupes d’agents politiques adaptatifs.

Ce mémoire de thèse est constitué de sept chapitres répartis de la manière suivante :

La première partie présente la Smart City et la simulation multi-agents pour introduire notre architecture

SmartGov, et contient trois chapitres :

— Chapitre 2 – L’impact des Smart Cities sur le paysage politique. Ce chapitre introduit un état

de l’art sur les approches existantes de conception de politiques, et sur le futur de ces conceptions dans

un cadre dynamique. L’apport de la Smart City et sa place dans le nouveau paysage de la conception

politique est abordé. Dans ce Chapitre, nous nous intéresserons également à la prise de décision sous

incertitude pour la construction de politiques.

— Chapitre 3 – L’Intelligence Artificielle Distribuée au service de la conception de politiques

Ce chapitre d’état de l’art présente les possibilités offertes par l’intelligence artificielle distribuée et les

approches multi-agents pour la modélisation d’une zone urbaine évoluant dynamiquement. La ville étant

un système complexe où coexistent plusieurs échelles, sa représentation introduit des problématiques

multi-échelles. Nous aborderons ensuite les niveaux de simulation et le couplage de dynamiques

microscopiques et macroscopiques.

— Chapitre 4 – Conception de politiques urbaines avec SmartGov. Ce chapitre présente la

première contribution de notre travail : l’architecture générique SmartGov. En couplant deux simulateurs

multi-agents, nous proposons une description formelle des éléments constituant notre modèle. Dans

ce chapitre, nous instancions notre modèle générique pour illustrer le processus de construction d’un

environnement réaliste pour élaborer une politique urbaine.

La seconde partie s’intéresse à la problématique d’apprentissage automatique pour l’adaptation dynamique

des politiques :

— Chapitre 5 – Apprentissage par renforcement individualisé et décentralisé dans un en-

vironnement multi-agent non stationnaire. Ce troisième chapitre d’état de l’art présente les

verrous, identifiés par la communauté de l’apprentissage par renforcement multi-agents, concernant

l’apprentissage d’agents autonomes dépourvus de moyens directs de communication.

— Chapitre 6 – Une nouvelle méthode d’apprentissage multi-agents pour la coordination

d’agents sans communication. Ce chapitre introduit la seconde contribution de cette thèse avec la

proposition d’un algorithme d’apprentissage multi-agents et multi-niveaux, le ClusteredDeep Q-Network
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(CDQN), permettant de réaliser un découpage intelligent de l’environnement avec une gestion dynamique

de clusters d’agents politiques.

Enfin, la troisième et dernière partie de ce manuscrit combine nos deux contributions et propose des

expérimentations basées sur notre architecture SmartGov.

— Chapitre 7 – Co-construction d’une politique urbaine avec SmartGov. Ce chapitre montre

comment l’architecture formelle SmartGov peut être instanciée sur un cas politique concret, et explique

comment l’utilisation de la couche décisionnelle multi-agents autonome et adaptative assiste le décideur

dans l’élaboration de politiques urbaines.

Quelques réflexions sur la preuve de concept développée sont enfin présentées en guise de conclusion. Nous

aborderons également les perspectives d’amélioration envisagées pour le futur.
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Chapitre 2. L’impact des Smart Cities sur le paysage politique

2.1 Introduction

Dans le cadre de cette thèse, une politique urbaine représente la volonté d’agir sur un système complexe

pour proposer une solution à un problème identifié ou satisfaire les besoins d’acteurs, publics ou privés. La

mise en place d’une telle politique structure la société en lui imprimant une direction particulière, répondant

à des questions d’intérêt général soulevés par les décideurs politiques. Ce chapitre n’a pas vocation à présenter

un état de l’art exhaustif sur la conception de politique mais de s’intéresser à un aspect particulier dans

l’élaboration des politiques urbaines : le nouveau rôle de la Smart City, productrice de données, et son impact

sur le processus même de conception des politiques. Nous invitons le lecteur intéressé par la conception des

politiques à parcourir des ouvrages comme ceux de Bardach [14] ou Birkland [25] qui décrivent les différentes

étapes du processus politique. Dans notre discours, le décideur ou décideur politique est une entité publique

ou privée cherchant à proposer une politique urbaine. Les parties prenantes, appelés stakeholders en anglais,

représentent à la fois les citoyens et les différents acteurs concernés par la politique. Les décideurs peuvent

faire partie de ces parties prenantes.

L’émergence de la Smart City implique de nouvelles manières de concevoir des politiques. Sur la prise

de décision notamment, l’intégration des parties prenantes et du citoyen dans la boucle de conception est

facilitée, ainsi que de la collecte automatisée des données. Nous considérons que la formalisation du problème

intervient en entrée de l’outil pour structurer la direction que prendra la politique urbaine construite. Pour

notre outil d’aide à la décision, nous nous positionnons donc uniquement sur l’aspect élaboration d’une

politique correspondant à l’identification des actions politiques clés, qui peuvent être mises en places. Avec

l’émergence de la Smart City et des citoyens connectés, l’étape de consultation est d’autant plus intéressante

puisque l’on observe, depuis maintenant quelques années, que le paysage politique se transforme pour intégrer

davantage le citoyen dans le processus de conception. Ainsi trois problématiques ont motivé les choix effectués

pour les travaux de cette thèse :

— la difficulté de créer une politique dans un futur incertain ;

— l’intégration des données nécessaires pour construire une politique ;

— l’utilisation du retour des citoyens pour affiner la politique urbaine.

Dans un premier temps, nous nous intéressons à l’incertitude correspondant aux aspects d’identification

et de formulation du problème dans le cycle d’élaboration d’une politique. Ensuite, nous proposons des

politiques urbaines envisageables pour élaborer des politiques sous incertitude et nous abordons brièvement

l’implémentation et l’évaluation des résultats. Enfin, l’essor des Smart Cities ainsi que la place croissante de

l’usager dans la prise de décision politique sont présentés, qui dessinent le socle de notre outil. En conclusion,

nous proposons une ouverture sur la prise de décision combinée à l’intelligence artificielle motivant notre

travail pour la conception de politiques urbaines.

2.2 Une planification sous incertitude

Cette section s’intéresse à la prise de décision sous incertitude, c’est-à-dire lorsque les probabilités sur

le résultat ne sont ni connues, ni même connaissables, par opposition au risque, où les probabilités sur le
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résultat sont connues [134].

La planification sous incertitude est découpée en deux catégories : l’une liée à la nature humaine du

décideur et ses limites cognitives et l’autre repose sur la difficulté de prédire l’avenir et donc d’envisager des

politiques sur le long-terme.

2.2.1 Inhérente à la nature du décideur

Cette partie s’intéresse aux études effectuées sur la cognition et les limites connues de la prise de décision.

Pour le décideur, les limitations généralement identifiées sont liées à l’évolution de l’aide à la décision [237].

John von Neumann et Oskar Morgenstern présentent, en 1944, l’utilité espérée comme fondement

mathématique pour la prise de décision économique [249]. Dans leur approche ils considèrent, comme

pour la majorité des travaux de cette époque, que les décideurs sont rationnels. Cependant, la rationalité

limitée [222], introduite par Herbert Simon en 1947, considère que, confronté à un choix, le décideur poli-

tique adopte un comportement rationnel, mais que celui-ci est limité en termes de capacité cognitive et des

informations disponibles sur le problème étudié. Ainsi le décideur cherche plutôt à produire une solution

satisfaisante plutôt qu’une solution optimale.

L’accumulation d’informations présente deux problèmes. D’une part, c’est un obstacle pour aider le

décideur dans sa prise de décision. En effet, certaines sources d’informations comme l’opinion publique, les

débats ou encore les sondages sont délicates à exploiter puisqu’elles sont subjectives et exprimées par des

acteurs non experts. D’autres part ces informations peuvent être difficiles à recueillir et réduisent le temps

dont dispose le décideur politique pour prendre sa décision ou déterminer d’autres options possibles [223, 121].

Il est par conséquent impossible de considérer que les décideurs disposent de la totalité des informations pour

prendre des décisions dans un monde complexe [156].

En 1950, le théorème d’impossibilité d’Arrow se place dans un contexte où plusieurs décideurs doivent

ensemble choisir une politique. Il suppose que chaque décideur ne pourra exprimer ses préférences que par la

comparaison deux à deux des différentes solutions. Le théorème indique qu’il n’existe pas de processus de

choix qui permette de créer une hiérarchie des préférences cohérente à partir de l’agrégation des préférences

individuelles exprimées par chacun des membres d’une même collectivité [9]. Ce résultat justifie la difficulté

rencontrée de chercher à satisfaire tous les acteurs engagés dans le processus de décision.

Un autre problème de planification repose sur l’agenda politiques des décideurs. En effet, ils ont tendance

à attribuer généralement plus d’importance aux actions à court terme qu’aux bénéfices à long-terme du fait

de considérations électorales [146].

De plus, même en planifiant correctement une politique, le décideur est limité par sa propre vision du

monde. La myopie cognitive intervient lorsque les décideurs politiques ignorent certains aspects du problème,

de manière involontaire, en se concentrant uniquement sur un nombre limité d’alternatives ou sur une vision

restreinte et agrégée de l’optimalité du problème [103]. À différencier de l’hystérésis cognitive comme la

tendance à rester sur sa décision [178] par exemple avec le besoin de se renseigner uniquement pour confirmer

sa décision.

Certaines limites cognitives ne peuvent pas être résolues avec notre outil d’aide à la décision. Cependant,
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dans le cadre de notre thèse, nous cherchons à atténuer les problèmes liés à l’exploitation des données pour le

décideur grâce à un outil autonome et l’apport de la Smart City.

2.2.2 Inhérente à la nature incertaine du futur

La nature incertaine du futur, comme les évènements exogènes, complique la prise de décision pertinente

pour concevoir des politiques urbaines. L’anticipation de ces évènements exogènes possibles :

— économiques : coûts et capacité d’interventions sur les politiques ;

— environnementaux : impact de la pollution, changement de direction dans les lois sur le climat et le

réchauffement climatique ;

— démographiques : direction de son l’évolution ;

— nouvelle génération de décideurs politiques : accès à l’information, nouveaux outils.

est requise pour la planification sur le long-terme [146]. De plus, les décideurs éprouvent des difficultés à

traduire leurs besoins en actions pertinentes lorsqu’ils en évaluent les effets à long terme.

Dans leur ouvrage, Lempert et al. [146] s’intéressent à la planification sur le long-terme (long-term policy

analysis, LTPA), afin de produire des politiques sur plusieurs dizaines d’années. Cela consiste à étudier

l’élaboration de politiques en considérant d’une part que les informations dont dispose le décideur politique

ne sont pas exhaustives mais d’autre part, que le futur est incertain. Avec les points abordés précédemment,

notamment l’apparition d’évènements exogènes, il semble toutefois difficile de garantir que les politiques

seront toujours pertinentes à t + δt. Bien que l’objectif de la planification sous incertitude soit de capter

les tendances qui peuvent survenir dans le futur pour envisager un ensemble de scénarios plausibles, il est

complexe de simuler l’imprévisible.

2.2.3 Anticipation du futur

Nous faisons le choix de prendre en compte l’incertitude avec une construction ”continue” de la politique,

où l’analyse des données disponibles peut faire apparaitre les évènements exogènes que l’on peut du coup

intégrer, ce qui nous permet ensuite d’ajuster la politique mise en place. Notre hypothèse est que l’accessibilité

aux données offerte par la Smart City permet d’identifier plus facilement des déviations autour de la politique

actuelle et qu’elles seront naturellement captées par la métropole. Ainsi, il sera possible de suivre une approche

dynamique des politiques, avec des scénarios d’actions plus pertinents, capables de s’adapter aux problèmes

susceptibles d’émerger dans le futur. La construction de politiques de manière continue est possible si l’outil

d’aide à la décision est suffisamment autonome et adaptatif pour intégrer des changements dans la description

du monde. Si c’est le cas, il est alors envisageable de faire des projections de politiques en continu et de

les ajuster au fur et à mesure que les nouvelles données arrivent. On peut par exemple imaginer que les

données de la Smart City nourriront des algorithmes de prédiction plus performants qui permettront de mieux

anticiper les événements. Nous considérons d’autre part que l’ajustement fréquent et régulier de politiques fait

que l’impact des futurs évènements exogènes seront réduits dans la mesure où les problèmes seront identifiés

et corrigés plus rapidement.
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2.3 Types de politiques

Cette section introduit les différents types de politiques qui peuvent nous intéresser dans la construction

d’un outil d’aide à la décision.

2.3.1 Politique incitative

Une politique est incitative lorsque son objectif est d’orienter le comportement des individus. Schneider et

Ingram [214] considèrent même qu’une politique cherche presque toujours à modifier le comportement des

usagers en leur permettant de faire des choses qu’ils n’auraient pas fait autrement. Les travaux de Kahneman

et al. [124, 123] sur la peur de la perte (loss aversion) montrent que les gens accordent plus d’importance à la

perte monétaire qu’à un profit de valeur égale. Tyler a une vision optimiste du comportement de l’usager

puisqu’il considère, dans son ouvrage sur l’obéissance aux règles et à la politique, que si la loi fait sens aux

yeux des usagers et que ceux-ci l’acceptent, alors ils ne vont pas chercher à enfreindre la loi, même si cela est

possible sans avoir de conséquence [241]. Les travaux de Holst [107] concluent que l’utilisation de pénalités

est généralement d’avantage considérée pour faire appliquer une politique, par exemple avec l’augmentation

des taxes sur la cigarette ou l’essence pour que leurs consommations diminuent.

Il nous apparait difficile d’éprouver des politiques incitatives directement dans le cadre de cette thèse

puisque cela nécessite de calibrer des éléments tels que la tendance à l’obéissance, l’aversion de la perte, ou

la réaction à l’augmentation des taxes pour les différents acteurs. En effet, même si ceux-ci expriment plus

aisément leurs avis, leurs retours sur une politique incitative seront rarement positifs puisqu’elle a plutôt

tendance à forcer un changement de comportements (l’augmentation d’une taxe sur la tabac pour inciter à

diminuer sa consommation est généralement peu appréciée des fumeurs). Il semble irréalisable de disposer

de sondages exhaustifs capables de comprendre la réaction des acteurs par rapport à ces problématiques.

Par conséquent, nous nous intéressons aux politiques qui s’adaptent aux modifications identifiées dans

l’environnement sans contraindre directement les acteurs.

2.3.2 Politiques robustes et adaptatives

Une politique proposant une séquence d’actions dans un environnement incertain et proposant une solution

marchant dans la majorité d’entre eux est appelée politique robuste statique [157]. Une politique robuste n’est

donc pas nécessairement optimale pour le futur considéré le plus probable, dans la mesure où elle doit être

performante pour un ensemble de futurs envisagés pour la prise de décision.

Bien que le terme de prise de décision robuste soit régulièrement utilisé pour aborder la prise de décision

sous incertitude [146], peu d’experts utilisent directement la notion de politique robuste, lui préférant la

notion de politique adaptative [251, 13]. Une politique adaptative est décrite comme une politique intégrant

plusieurs combinaisons d’actions politiques ainsi que la temporalité pour savoir quand effectuer une action.

Certaines actions doivent être implémentées directement, d’autres le seront à un moment indéterminé dans le

futur. Il est également possible que certaines actions ne soient jamais implémentées si les conditions ne sont

pas réunies. La politique contient également des plans d’urgences ainsi que des spécifications d’applications
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dans le cas où toute la politique doit être reconsidérée. Ainsi la prise en compte d’un futur difficile à prévoir

nécessite de reconsidérer la politique comme une entité à part entière. La politique comme entité implique de

détailler ses objectifs, ses paramètres de réglages, son horizon de temps, soit autant d’informations pertinentes

pour simuler la politique comme un objet concret pouvant être régulé et ajusté. Les approches adaptatives

permettent ainsi aux décideurs politiques de mieux gérer les incertitudes auxquelles ils sont confrontés lors de

la création de politiques, ces dernières pouvant être ajustées avec le temps.

2.3.3 Vers la politique continue et évolutive ?

Un verrou de la conception d’une politique urbaine est la prise en compte des changements de la société et

de l’évolution de la zone urbaine [202]. La politique adaptative crée une politique à un instant t en proposant

des variations pour les futurs envisageables (voir figure 2.1). Dans cette thèse, nous considérerons la politique

continue et évolutive, qui utilise la disponibilité accrue des données pour s’adapter en permanence aux

modifications observées et aux évènements exogènes émergeant dans l’environnement.

Problème politique

Politique adaptative
Futurs

possibles

Anticipation des
futurs possibles

Politique continue

Futurs
possibles

Adaptation
permanente

Figure 2.1 – Représentation de la politique adaptative par rapport à la politique continue qui s’adapte en permanence
aux modifications observées.

Notre outil d’aide à la décision, plutôt que d’envisager les futurs possibles, construit une politique avec les

données actuelles dont il dispose. Si cette politique est acceptée par le décideur et mise en place, alors le futur

lié à cette politique sera capté avec les nouvelles données acquises.

Nous avons abordé différents types de politiques dans cette section, notamment des travaux sur les

politiques robustes et la planification sur le long-terme qui semble être difficilement applicable en l’état.

En effet, le futur est par nature incertain et prévoir une politique robuste prenant en compte un nombre

conséquent de paramètres semble plus coûteux que d’affiner une politique au fur et à mesure que des nouveautés
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apparaissent. La politique robuste adopte à notre avis un comportement trop conservateur dans la solution

fournie où la priorité est de limiter les dégâts liés aux évènements du futur. Par conséquent, nous souhaitons

privilégier une politique adaptative à une politique robuste. Cependant, quelles sont les limites actuelles

rencontrées dans la conception de politiques adaptatives ? La prochaine section s’intéresse aux méthodes de

conception actuellement utilisées par les décideurs politiques et s’interroge sur les outils requis permettant de

prendre en compte les données disponibles pour produire des politiques adaptatives.

2.4 Une tâche coûteuse pour le concepteur

Quel que soit le choix du type de politique que le décideur souhaite élaborer, le processus d’implémentation

et d’évaluation de la politique requiert un investissement conséquent de la part de celui-ci. À travers

l’observation de la littérature, nous nous intéressons à l’implémentation d’une politique urbaine et aux

éléments clés nécessaires pour permettre de convenablement établir la politique. Une fois cette politique

implémentée, correspondant aux choix des actions politiques proposées pour modifier la réalité, celle-ci est

mise en place et évaluée par les parties prenantes afin de déterminer la réussite ou l’échec de la politique.

Nous aborderons donc ce qui signifie un échec ou une réussite et comment l’évaluer. Enfin, nous traiterons

brièvement ce qu’une politique, qu’elle soit pertinente ou non, peut offrir comme perspectives au décideur

pour les politiques futures.

2.4.1 Conception et validation d’une politique urbaine

L’ouvrage de référence de Birkland [25] utilise la notion de policy design pour désigner le processus par

lequel une politique est conçue pour atteindre un but spécifié par le décideur. Ce processus politique requiert

de collecter des données pour construire ce qu’il appelle un énvironnementṕour la prise de décision. Ces

données sont issues de sources variées mais l’une des plus importantes selon lui est l’opinion publique. Le

sondage, par exemple, est une manière classique de collecter des informations sur les préférences du public.

Les acteurs publics et privés sont donc considérés comme les acteurs de demain, par opposition aux acteurs

actuels comme les organismes et les décideurs politiques. L’époque où les citoyens étaient considérés comme

des individus à satisfaire politiquement pour s’assurer de meilleurs résultats aux prochaines élections est

maintenant révolue [260].

Ainsi, les futurs acteurs ne sont pas considérés comme d’importance capitale dans le processus de conception

politique, notamment dû à la difficulté d’identifier leurs attentes particulières. Une question nous semble

donc importante pour la suite de ce chapitre : comment décrire de manière exhaustive les éléments propres à

un environnement pour éprouver des politiques si les principales cibles de ces politiques ne sont pas bien

considérées ?

Il faut observer de plus que l’environnement pour la décision politique doit d’une part considérer le

comportement des différentes parties prenantes pour déterminer comment les propositions d’actions politiques

vont permettre d’améliorer le sujet d’étude, et d’autre part prendre en compte une description réaliste de
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l’environnement. Cette tâche d’accumulation et de collecte des données d’usages est généralement longue et

délicate, et s’avère donc coûteuse pour le décideur.

Une fois que le décideur politique a complété son environnement de prise de décision, il peut construire

la politique urbaine et la proposer à sa communauté politique. Nous parlons alors de la phase d’évaluation.

Celle-ci est vue dans un premier temps comme la fin du processus de conception où la politique est satisfaisante

et acceptée par les décideurs politiques et les gens concernés, ou au contraire soit annulée, soit retravaillée.

Albæk propose un historique du processus d’évaluation des politiques, de son émergence en 1960 jusqu’au

début des années 90 [3]. La conclusion de son travail est que différentes parties prenantes peuvent réagir

différemment à une même politique puisqu’ils possèdent chacun leurs intérêts propres. Cela rejoint notre

réflexion précédente, appuyant le besoin de disposer d’un outil permettant de centraliser les retours des

différentes parties prenantes et ce qu’ils apprécient ou non dans la politique proposée. Cela réduit aussi les

risques de l’appréciation après-coup de la politique dans la réalité.

2.4.2 Résultats des politiques et apprentissage des erreurs

Qualifier une politique de réussite est sujet à discussion. En effet, un décideur politique pourrait affirmer

que la politique qu’il propose est un succès alors qu’un opposant certifiera le contraire, ou tous deux peuvent

se prêter à un blame game où chaque décideur politique rejette la faute des difficultés rencontrées sur son

prédécesseur [108]. Certains auteurs affirment ainsi que, pour éviter d’être tenus pour responsables de l’échec

des actions politiques, les gouvernements et décideurs politiques sont encouragés à éviter la définition précise

d’objectifs politiques et donc l’évaluation des politiques [115]. Dans le cas où la politique urbaine est une

instance complexe traitant généralement plusieurs problèmes, il est possible que la réussite de la politique

porte sur un nombre restreint d’aspects. Quels sont donc les outils dont disposent les décideurs pour d’une

part affirmer qu’une politique est pertinente ou non, et d’autre part anticiper son éventuel succès ?

McConnell propose la définition suivante pour établir le succès d’une politique [165] :

Une politique est une réussite si elle satisfait les objectifs des partisans qui l’ont envisagée et si

elle ne déclenche aucune critique ou si est universellement acceptée.

Avec une telle définition, le succès d’une politique est rarement garanti. De plus, cette définition ne prend pas

en compte d’échéance temporelle. Pendant combien de temps est ce que la politique ne doit recevoir aucune

critique ? D’autant plus qu’avec la Smart City, les parties prenantes ont la possibilité d’exprimer de plus en

plus facilement leurs avis, de même qu’il est possible de capturer automatiquement les données permettant de

qualifier les usages (ligne de bus peu utilisée, navette de tram surchargée en heure de pointe, etc.). Ainsi, le

succès d’une politique n’est pas binaire mais nuancé.

Il propose également la définition de l’échec d’une politique [165] :

Une politique échoue, même si elle est une réussite sous certains aspects, si elle ne répond pas aux

objectifs des partisans qui l’ont envisagée et si l’opposition est forte ou si elle ne dispose d’aucun

support.

Nous pouvons également identifier les sources d’échec suivantes [112, 211] :
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— les bénéfices de la politique sont moins élevés que les coûts ;

— pas d’amélioration de l’existant ;

— le résultat est strictement moins bon que ceux obtenus par d’autres gérant les mêmes problématiques.

Ces échecs, identifiés dans les politiques, permettent d’extraire des connaissances et améliorer les nouvelles

propositions de politiques.

L’échec d’une politique est l’occasion d’extraire des connaissances sur les décisions politiques effectuées [162,

25]. Plusieurs travaux proposent ainsi des modèles pour extraire des informations d’une politique, quel que

soit son résultat, et d’apprendre sur ce qui a été pertinent lors de son cycle de conception. Un parallèle

est établi entre l’évaluation d’une politique et la création d’un ensemble rigoureux de méthodes pour la

conception de politiques, l’evidence-based policy-making [97, 211]. L’observation du résultat d’une politique,

son échec comme sa réussite, fournit des indices sur la pertinence ou non des choix politiques effectués :

objectifs réalistes, choix des actions politiques [162]. Des enseignements peuvent être tirés pour créer une

nouvelle itération de la politique ou améliorer la construction de prochaines politiques [211].

2.4.3 Besoin de solutions pour une meilleure intégration des usagers

La politique est initialement envisagée comme top-down où les décideurs politiques identifient ensemble un

problème et décident de construire des solutions [104, 200]. La conception bottom-up des politiques propose de

s’intéresser aux problèmes identifiés, dans un premier temps au niveau plus local [149], puis dans un second

temps directement par les citoyens, qui les font remonter à leurs représentants politiques [25]. L’intérêt de ces

démarches est que le citoyen participe davantage au processus de conception des politiques et apportent un

regard plus nuancé sur les objectifs envisagés par les décideurs [102]. L’objectif est louable mais les méthodes

actuelles limitent la possibilité des citoyens de s’exprimer facilement et leurs interactions ne sont pas toujours

représentatif de la réalité.

Pour faciliter l’intégration des données et des nouveaux acteurs dans le processus politique, nous envisageons

d’agencer un environnement afin de construire une politique. Cependant, que représente cet environnement ?

Est-ce un outil de développement ? Un cadre de réflexion utilisé par les décideurs ? Et surtout, comment

construire cet environnement ? Comment intégrer le retour des usagers plus facilement qu’en les sollicitant

lors de séances publiques ou via des sondages par exemple ? Nous avons mentionné en introduction que la

Smart City modifie le paysage politique de différentes manières. L’une d’entre elles, que nous aborderons à la

section suivante, propose justement de s’intéresser à ces questions.

2.5 Smart Cities : les villes de demain (et d’aujourd’hui ?)

Depuis l’émergence du terme de Smart City dans les années 90 [83], plusieurs termes ont été utilisés dont

les plus fréquents sont la ville intelligence (intelligent city) [136], la Smart City (la communauté effectue une

distinction entre ces termes mais celle-ci se perd avec la traduction française [52]) et la ville digitale (digital

city) [212]. Le parcours de la littérature indique qu’il n’existe pas encore de consensus sur la définition de

la Smart City [42, 105, 176] et qu’elle est encore sujet à débat [105, 106]. Des travaux proposent même une
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synthèse des définitions rencontrées dans la littérature autour de la Smart City [4, 147, 170]. Parmi ce large

choix, nous optons pour une définition combinant d’une part le besoin d’infrastructures de communications

(ou Information and Communications Technology ICT) mais également l’inclusion d’outils permettant au

citoyen de participer à l’évolution de sa ville. En effet, nous rejoignons la position d’Hollands [105] qui critique

les villes se revendiquant de Smart Cities dès lors qu’elles disposent de réseaux de communication connectés,

sans garantir l’existence des traitements et des analyses qui vont avec les données collectées ni l’ouverture aux

citoyens. Les infrastructures technologiques doivent en effet servir de plateformes facilitant la communication

entre les parties prenantes et favoriser l’innovation. Allwinkle évoque ainsi l’apprentissage réalisé par les

intervenants au sein d’un processus de co-construction simplifiée des politiques urbaines envisagées [7].

Avec la synthèse des définitions de Smart City par Giffinger et al. [84], Nam et Pardo [176], Caragliu et

al. [40] et Marsal-Llacuna et al. [158], nous considérons donc que :

Une ville est intelligente, au sens de la Smart City, si elle dispose d’infrastructures connectées

capable de fournir des données sur les usages et les usagers pour améliorer la qualité de vie dans

la zone urbaine.

Nous considérerons d’autre part que le décideur d’une Smart City aura besoin d’un accès simplifié aux données

nécessaires pour élaborer les politiques.

Dans cette section, nous abordons ce que peut apporter la Smart City à la conception de politiques en nous

intéressant dans un premier temps à la collecte de données avec les données ouvertes et la fouille de données

et dans un second temps, nous mentionnerons comment le citoyen devient partie intégrante du processus

décisionnel. Enfin, cette section s’intéresse à l’usage que nous pouvons faire de ces nouvelles données avec

l’apport de la modélisation et de l’informatique pour construire des outils d’aide à la décision adaptées.

2.5.1 Accessibilité simplifiée aux données

Avec l’émergence de la Smart City, de nouveaux outils se développent pour créer et acquérir des données.

Dans cette section, nous abordons les initiatives effectuées par les organismes privés et surtout publics pour

rendre accessible leurs données avec les démarches sur les données ouvertes (Open Data) et l’implication sur

les données accessibles et leur traitement dans un contexte de masse de données (Big Data).

Données ouvertes

La Smart City se définit en partie par l’installation d’infrastructures de communications pour collecter

automatiquement les données d’usages. Par exemple les capteurs pour calculer la vitesse moyenne des véhicules

sur des tronçons routiers ou l’occupation des emplacements de stationnement par tranche horaire [116].

L’adoption des données ouvertes permet aux différents acteurs (privés comme publics) de les utiliser pour

produire des services à la communauté [173]. La ville de Lyon propose de rendre disponible des informations

d’usages et des informations géographiques 1 afin de réaliser des applications sur l’usage de vélos collaboratifs

par exemple.

1. Site des données ouvertes de Lyon
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Les données ouvertes permettent d’augmenter la transparence des entités et augmente l’engagement

du public dans le processus politique [117]. Les données n’ont de la valeur qu’une fois exploitées par les

organismes intéressés. Ainsi, les dispositifs permettant de rendre la donnée ouverte permettent d’accroitre

les efforts sur l’usage de celle-ci [101]. Ces données sont à disposition du public et peuvent également être

utilisées par celui-ci. Cependant, il ne dispose pas nécessairement des mêmes connaissances ou dispositifs

techniques que des experts politiques.

Par conséquent, un outil permettant de simplifier et réduire les connaissances expertes requises pour les

analyser serait un plus pour un renforcement à grande échelle de l’engagement dans le processus politique et

d’accroitre les démarches de données ouvertes. Avec notre outil d’aide à la décision, il serait envisageable que

les usagers expriment leurs avis sur les politiques testées. Ainsi la visualisation des données simplifie l’analyse,

pour le décideur et éventuellement les usagers, et facilite les échanges et propositions sur les politiques

suggérées.

Masse de données

De même que pour la Smart City, il n’existe pas une définition unique du Big Data, d’autant plus

que ce qui correspondait au Big Data il y a une vingtaine d’années est différent de ce que l’on considère

aujourd’hui comme appartenant à cette catégorie. De Mauro et al. proposent une comparaison des différentes

définitions [62] mais nous utiliserons la définition de Manyika [155] :

[Le Big Data sont] des ensembles de données dont la taille est supérieure aux capacités classiques

des logiciels à collecter, enregistrer, organiser et analyser.

L’objectif de cette section n’est pas de décrire les techniques existantes pour collecter les Big Data (voir Chen

et al. pour une revue [49]) ou de les analyser (on parle alors de Big Data Analytics, voir Tsai et al. [235])

mais plutôt de s’intéresser à leur apport dans le processus politique.

Le Big Data porte donc sur l’ensemble des données produites et la manière de les collecter et de les

agréger [34]. Une première utilisation porte sur l’analyse des données sociales collectées sur les sites comme

Facebook ou Twitter [127] permettant de collecter des retours sur la qualité des services par exemple. La

multiplication des capteurs, des applications mobiles et la capacité de collecter ces informations fournissent

donc aux parties prenantes une source d’information conséquente. Les données d’usages permettent d’identifier

et d’anticiper la réaction des citoyens par rapport à l’application d’une action politique de manière indirecte.

Il ne s’agit plus de créer des séances d’échanges dont, comme nous l’avons mentionné précédemment, les

échanges peuvent être biaisés. Les décideurs disposent d’un ensemble d’informations brutes où les citoyens

expriment leur avis. Certains auteurs se questionnent sur la pertinence de ce genre de retours sur la qualité

de la conception politique [217] alors que d’autres y voient une opportunité de développer des approches

bottom-up où les problématiques politiques sont identifiés par les citoyens [204].
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Apport pour le citoyen

Nous pouvons conclure que ces démarches changent la manière dont la politique est conçue en fournissant

aux citoyens des outils qui étaient autrefois les outils des décideurs. En rendant publique les données, le citoyen

peut questionner et réfléchir sur les choix des actions politiques. D’un autre côté, les décideurs politiques

possèdent désormais des outils pour collecter plus facilement des retours plus authentiques de la part des

citoyens et pour utiliser toutes ces données pour affiner le choix politique et faciliter l’évaluation.

Bien que ces problématiques sortent du cadre de nos travaux, il est important de se questionner autour de

l’éthique au niveau de la Smart City [132]. Pour que les données d’usages soient pertinentes, il est nécessaire de

prendre en compte un volume important d’informations personnelles sur les préférences et la personnalité des

citoyens. Afin de respecter la vie privée des usagers, il faut garantir aux usagers que leurs données sont privées

et anonymisées [59]. Solove dresse une liste des infractions à la sécurité des données [227], nous considérons

cependant deux points importants : l’utilisation des données collectées pour un but précis ne doit pas l’être

pour un autre but sans avoir le consentement du sujet (utilisation secondaire) et le sujet doit connaitre et

avoir accès aux données qui sont collectés sur lui (exclusion). Par conséquent, l’utilisation de ces techniques

doit être encadré et la sécurité des données ainsi que leurs usages doivent être réfléchis [34, 132, 225].

2.5.2 Intégration des usagers dans le processus décisionnel

L’idée de faire prendre part à la décision toutes les parties prenantes remonte au moins à la fin des années

1970 [255]. Le tournant participatif a eu lieu dans les années 2000, où l’usage de la participation des parties

prenantes a significativement augmenté [238]. Dans la littérature, nous trouvons les termes de modélisation

participative (participatory modelling) [71] ou de participation à médiation(mediated modelling) [242] pour

décrire l’intégration des parties prenantes dans le processus décisionnel ou encore de modélisation environne-

mentale intégrée (Integrated Environmental Modeling) [139] pour décrire les modèles pour cette intégration.

La modification de la gouvernance, et plus particulièrement de la gouvernance intelligente (smart governance)

ou gouvernance participative est l’une des clés de la Smart City [18, 85] et requiert la mise en place d’infra-

structures pertinentes permettant plus de transparence, de collaboration et d’échanges [120]. Les bénéfices

apportés par la gouvernance participative sont les suivants [137] :

— la participation permet de capturer l’ensemble des connaissances et des perspectives et de produire de

meilleurs résultats ;

— la participation permet une meilleure acceptation des résultats, une facilité d’implantation des politiques

et une meilleure gestion des conflits.

Cette gouvernance participative s’inscrit dans la volonté de fournir au citoyen une voix dans le processus

politique. Le citizen empowerment (donner le pouvoir aux citoyens) est la capacité du citoyen a agir lui-même

sur les problèmes auquel il est confronté [128]. Cette notion émerge dans les années 1980 mais devient

désormais possible dans le cadre de la gestion politique avec la Smart City [41, 63] et l’eGouvernance.

Dans cette section, nous nous intéressons plus particulièrement à la place des usagers dans le processus

décisionnel et comment obtenir leur participation. Dans un premier temps, nous définissons l’acteur participant
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au processus de décision et les avantages de cette participation. Dans un second temps, nous étudions les

outils pour solliciter les parties prenantes et construire de nouveaux types de modèles. Enfin, nous nous

intéressons plus spécifiquement aux notions de modélisation et à l’usage des jeux sérieux dans la littérature.

Quels sont les nouveaux acteurs sollicités ?

La Smart City est l’occasion de donner à la parole à de nouveaux acteurs de la vie politique même

si les hommes politiques et les experts (urbanistes, architectes, etc.) restent très impliqués. Ces nouveaux

acteurs sont donc les citoyens, parfois directement intégrés dans la boucle de conception des politiques,

qui ont maintenant l’opportunité de discuter avec les parties prenantes. Ils peuvent d’autre part exprimer

indirectement leur avis sur les réseaux sociaux par exemple ou directement en utilisant des applications sur

smartphones dédiées [173]. Surowiecki avance que, même sans connaissances expertes moyennes, l’ensemble

des individus d’une société peut contribuer à la construction d’une politique pertinente et que chacun d’entre

eux peut évaluer ce qui est pertinent pour lui ou elle [228]. Il appelle ce phénomène la sagesse des foules

(Wisdom of Crowds). Avec des outils adaptés, les décideurs et les citoyens peuvent présenter leurs idées et

échanger. L’analyse de l’agrégation de ces retours permet (dans l’idéal) de produire une politique co-construite

satisfaisante.

Engagement dans la vie politique L’engagement dans la tâche politique est un problème auxquels

sont confrontés les décideurs politiques [29]. Un moyen envisagé est d’avoir recours à des annonces sur

les réseaux sociaux ou des applications mobiles [133]. La ludification est un support régulièrement utilisé

pour la simulation participative et comme moyen d’échanger autour d’un sujet [233]. Gong [88] insiste sur

l’intérêt de disposer d’outils pour évaluer ces coûts en amont, notamment en concevant des expérimentations

à l’aide d’applications dédiées. La ludification augmente l’engagement et les parties prenantes expriment

leur opinion en réagissant à l’évolution des activités ludifiées [99, 198]. Les jeux sérieux sont utilisés dans la

planification urbaine [198, 206] où ils stimulent l’engagement de l’utilisateur et le sensibilisent aux problèmes

politiques [248]. L’usage du jeu sérieux dans l’élaboration de politiques est questionné par Mayer [163] qui

s’intéresse à son impact sur la perception des politiques. En effet, la construction d’un jeu sérieux et sa

proposition à des utilisateurs revient déjà à simplifier le problème. Avec les échanges autour du jeu, il est

ainsi possible pour les décideurs et les utilisateurs de réfléchir à la complexité technique et sociale de leurs

suggestions et comment proposer un nouveau discours pour présenter leurs résultats.

Cependant, les jeux sérieux ont également leurs limites, notamment le manque de réalisme et les hypothèses

choisies peuvent être remises en question [198]. De plus, il existe peu d’exemples de politiques co-construites

avec des jeux sérieux pour déterminer l’impact de l’interaction entre décideurs et utilisateurs sur la qualité de

la politique [107, 35].

Usage de la gouvernance participative

Dans leurs travaux sur la modélisation environnementale intégrée, Laniak et al. proposent de nouvelles

terminologies pour la modélisation [139] en faisant une distinction entre l’intégration pour construire des
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systèmes holistiques et l’évaluation pour l’analyse de la pertinence des politiques. Les travaux de Voinov et al.

présentent une liste d’outils de modélisation pour la participation des parties prenantes [248], disponible pour

les décideurs politiques. Dans un premier temps, les décideurs et les parties prenantes définissent ensemble

la vision et la portée de la politique à l’aide de réunions, brainstormings et la conception de scénarios. Les

objectifs de la politique sont ensuite déterminés avec la sélection des paramètres et des variables que le modèle

pourra prendre en compte. Cependant, le débat seul ne permet pas de capter toutes les opinions des usagers

mais uniquement d’obtenir des retours de la part des gens intéressés par la démarche initiale. Des retours

plus complets surviennent lorsque les usagers vivent au quotidien la politique mise en place, et commencent à

s’exprimer par les moyens de concertation disponibles. De la même manière l’expression sur une politique

introduit un autre biais. Si l’on exprime plus facilement un avis négatif que positif sur des plateformes de

communications comme Twitter, ce n’est pas pour autant que quelqu’un qui ne s’exprime pas approuve la

politique en place. Il est difficile d’estimer l’impact et l’importance des retours des usagers dans ce cadre-là.

Les échanges constructifs sont complexes à obtenir dû à l’application actuelle des politiques. En effet, un

décideur propose une politique pouvant donner lieu à un débat où les citoyens réagissent. Le décideur ajuste

ensuite sa politique en conséquence. Il n’y a donc pas de véritable débat synchrone. En permettant au citoyen

de s’exprimer pendant le processus de conception, de manière continue plutôt qu’après de manière ponctuelle,

il est possible de rendre plus adaptatif le processus de conception et de réduire les erreurs commises. Il n’est

alors plus nécessaire de chercher une conception initiale de la politique parfaite puisqu’il sera désormais

possible de l’ajuster en continue.

En étudiant les travaux sur la gouvernance participative, il apparait que celle-ci peut être sollicitée aux

trois grandes étapes de la conception :

1. L’identification d’un problème dans une approche bottom-up où les citoyens expriment leurs problèmes ;

2. La suggestion de modifications en collaboration avec les décideurs politiques pour affiner les actions et

solutions proposées ;

3. Les critiques ou le support attribués à une politique donnée après que celle-ci soit appliquée en réalité

et des suggestions pour évaluer les impacts et les effets, les conséquences sur le court et long terme.

Actuellement, le troisième point est fréquemment utilisé car les réactions apparaissent naturellement suite

aux mauvaises politiques. Notre objectif est de proposer un outil permettant de permettre une gouvernance

participative en intégrant ces trois aspects. Cependant, si nous considérons que la Smart City est déjà

disponible et que le citoyen peut plus facilement exprimer son avis, il est encore nécessaire de l’engager

dans le processus politique pour obtenir des retours qui seraient aussi bien positifs que négatifs plutôt que

régulièrement négatifs.

2.6 Conclusion et perspectives sur le rôle de l’Intelligence Artifi-

cielle dans la prise de décision

Le nouveau paysage de l’élaboration des politiques urbaines passe par la Smart City avec l’accès à

quantité de données (sur l’occupation de la voirie, les places de stationnement, la pollution, etc.) ainsi que
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des données représentant l’avis des citoyens, favorisant le citizen empowerment en octroyant davantage de

pouvoir aux habitants, pour participer à l’élaboration des politiques via des outils appropriés. Ainsi toutes

les parties prenantes, experts, citoyens ou acteurs privés, peuvent être intégrées dans la prise de décision

politique. À travers ce chapitre, nous avons montré l’intérêt et l’importance de fournir aux décideurs des outils

spécifiques permettant de prendre en compte les données ouvertes de la métropole, des données collectées

automatiquement sur les impacts de la politique et le retour des usagers pour ajuster les actions choisies, avec

un protocole d’interactions adapté aux parties prenantes. Plusieurs travaux se sont développés dans ce sens

et notamment la simulation multi-agent [142] : dès 2009, la communauté économique a suggéré l’utilisation

massive de modèles multi-agents pour l’aide à la décision [74], en opposition aux systèmes experts, qui étaient

légion dans les années 80.

Avec les limites des systèmes experts, notamment la difficulté de l’acquisition des connaissances, les

problèmes de validation et d’explicabilité des résultats [164, 196], les travaux sur les agents intelligents et son

corollaire, l’IA distribuée ou collective, se sont fortement développés [114, 119].

La simulation devient ainsi de plus en plus présente dans le processus décisionnel, et particulièrement

pour la conception de politiques, elle est reconnue comme pouvant réduire les coûts. En effet la simulation

permet d’une part d’étudier les impacts et les effets des politiques avant leur implémentation, et d’autre part

de rendre plus efficace la consultation publique via par exemple des démonstrations, la simulation visuelle

pouvant faciliter les explications relatives à la politique [129].

Nous estimons ainsi que la simulation multi-agent est un bon outil de conception de politiques, notamment

grâce à la visualisation des impacts des actions politiques qui peut faciliter la prise de décisions. C’est également

un bon support d’interactions pour co-construire les politiques, en multipliant et simplifiant les protocoles

d’échanges possibles avec les différentes parties prenantes. Des politiques ont déjà été conçues en ayant recours

à la simulation multi-agents : l’aménagement urbain [195, 161] ou les impacts sur la pollution [79]. Dans ces

approches, la simulation multi-agents est souvent utilisée comme support d’interactions où certains acteurs

sont humains et prennent des décisions, et d’autres acteurs sont des agents artificiels capables de proposer

des adaptations en fonction des règles de gestion définies par le concepteur.

Notre objectif dans le cadre de cette thèse est de construire un outil d’aide à la décision à partir d’une

simulation multi-agents de l’environnement et d’adopter une approche innovante où l’intelligence artificielle

est également utilisée au niveau des agents responsables de la prise de décision politique. Le décideur pourra

donc suggérer et tester différentes actions politiques et exprimer des suggestions relativement aux politiques

simulées, en constatant visuellement leurs effets sur l’environnement virtuel. En couplant notre outil aux

possibilités offertes par la Smart City, nous envisageons de construire des politiques continues, régulièrement

mises à jour avec la collecte ininterrompue de données et le retours des citoyens, dans une boucle dynamique

de conception des politiques. Une perspective sur le long terme est de s’intéresser à l’acceptation de notre

démarche par la société, où le décideur et les parties prenantes restent mâıtres de la prise de décision politique

et où l’intelligence artificielle prend le rôle de conseiller, à partir d’une vision globale élaborée sur l’observation

de l’environnement, pouvant être différente de celle envisagée par les décideurs.
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3.2.1 L’agent comme entité atomique . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 27

3.2.2 L’environnement, le support de l’interaction . . . . . . . . . . . . . . . . . . . . . . 28

3.2.3 Fonctionnement d’un système multi-agents . . . . . . . . . . . . . . . . . . . . . . 29

3.3 Modélisation d’une zone urbaine . . . . . . . . . . . . . . . . . . . . . . . . . . . 30

3.3.1 Approches existantes . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 30
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Chapitre 3. L’Intelligence Artificielle Distribuée au service de la conception de politiques

3.1 Introduction

La mise en place de systèmes intelligents pour assister le décideur politique dans la conception de politiques

est d’autant plus importante que l’avènement de la Smart City accroit le nombre de données à prendre en

compte. S’il était possible de disposer d’une simulation parfaite de la réalité, un monde bac à sable virtuel où il

serait possible de tester des modifications politiques et d’étudier leurs impacts sur le long terme, la conception

politique serait simplifiée. Nous ne sommes pas encore à ce niveau de simulation mais nous pouvons envisager

des outils s’en approchant. Dans un contexte où la zone urbaine est un système complexe où les usagers

représentent des individus aux objectifs multiples, il apparait comme une évidence d’exploiter les simulations

multi-agents pour les représenter. Dans le cadre de la construction de politiques, nous nous intéressons plus

particulièrement à la représentation des comportements réalistes pour produire des politiques pertinentes.

Cependant, avant de pouvoir tester des politiques dans un monde virtuel adapté, il est nécessaire de construire

les entités de ce monde, à savoir l’environnement, support des interactions des utilisateurs, et les avatars des

utilisateurs eux-mêmes.

Notre état de l’art se poursuit avec ce chapitre introduisant la simulation multi-agents et ses composantes :

les agents et l’environnement. Nous décrirons ainsi brièvement ce qui définit l’agent et l’environnement. Nous

parlerons de leur combinaison, formant généralement des systèmes complexes, et qui permet d’aborder la

notion de simulation multi-agents ainsi que son fonctionnement. Nous indiquerons enfin comment la simulation

peut s’inscrire dans un processus d’aide à la décision.

Ensuite, nous aborderons une propriété importante pour notre approche, avec l’émergence des compor-

tements chez les agents. Compte-tenu de notre champ d’application, un intérêt particulier est porté à la

modélisation réaliste des systèmes observés, ainsi qu’à la visualisation des données de simulation.

Enfin, les problématiques liées à la simulation multi-agents sont discutées et amènent à explorer le concept

de simulation multi-niveaux et la mise en œuvre du couplage de dynamiques pour la représentation des

systèmes complexes.

3.2 Représentation des systèmes complexes avec les systèmes multi-

agent

Les systèmes multi-agents (SMA) sont composés d’un ensemble d’entités autonomes appelées agents. Ces

agents interagissent avec un environnement dynamique à l’aide d’une boucle sensorimotrice décrivant les

perceptions de l’état de l’environnement qu’ils reçoivent de leurs capteurs et les actions qu’ils effectuent par

l’intermédiaire de leurs actionneurs.

Les systèmes multi-agents relèvent de l’intelligence artificielle distribuée (Distributed Artificial Intelligence

ou DAI), même si Ferber, dans l’introduction de son ouvrage sur les systèmes multi-agents [75], s’interroge

sur les raisons de distribuer l’intelligence. Son explication est que les systèmes deviennent de plus en plus

complexes et qu’ils disposent d’un nombre important de sous-systèmes. On parle ainsi de systèmes complexes,

qui sont des systèmes comportant un grand nombre d’éléments en interaction les uns avec les autres, sans ordre
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prédéfini et de façon simultanée, ce qui rend difficile la prédiction de comportement du système global par

des algorithmes classiques de modélisation. Ainsi les systèmes multi-agents sont perçus comme une solution à

la modélisation de systèmes complexes, avec beaucoup d’entités ou de multiples perspectives d’interactions et

d’évolution (figure 3.1).

Figure 3.1 – Représentation de la boucle sensorimotrice entre deux agents dans un même environnement. Dans un
système multi-agents, les agents vont également interagir entre eux et faire émerger des comportements.

La modélisation d’un système complexe par un système multi-agents conduit à identifier les différentes

entités en jeu et à représenter leurs interactions.

3.2.1 L’agent comme entité atomique

Dans la littérature, différents types d’agents existent, avec notamment la distinction entre les agents

physiques (hardware agents), pouvant par exemple être représentés par des robots qui évoluent dans le monde

réel, et les agents logiciels (software agents) évoluant dans un environnement virtuel. Dans le cadre de cette

thèse, seuls les agents logiciels sont considérés.

La définition d’un agent comme entité individuelle, proposée par Russel et Norvig [208], considère comme

agent toute entité en mesure de percevoir son environnement à l’aide de capteurs et d’agir sur les éléments de

l’environnement par l’intermédiaire d’actionneurs. Dans leur ouvrage, ils utilisent le terme d’agent rationnel

emprunté à l’économie et où l’agent prend des décisions rationnelles, c’est-à-dire qu’il cherche à maximiser une

mesure de performance interne en fonction de sa perception du monde et de ses connaissances. Wooldridge et

Jennings ajoutent à la boucle sensorimotrice la notion d’autonomie qui leur permet d’agir sans intervention
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directe extérieure (humaine ou autre) et ont le contrôle de leurs actions et de leur état interne [119, 258].

Ils ajoutent également les notions de réactivité, où les agents réagissent aux changements qui s’opèrent

dans l’environnement et de pro-activité, où les agents anticipent certaines évolutions de l’environnement.

Ces éléments dotent les agents de comportements complexes qui leur permettent d’atteindre les objectifs

recherchés.

3.2.2 L’environnement, le support de l’interaction

La modélisation de l’environnement est cruciale pour l’agent puisqu’il correspond au support de l’interaction

et permet aux agents d’avoir des boucles sensorimotrices pertinentes. La structure de l’environnement dépend

des choix réalisés par les concepteurs et le type de tâches qu’ils souhaitent résoudre [254]. Il est par exemple

possible de décrire les interactions entre les agents avec un support de communication direct via un protocole

spécifique défini au niveau des agents [180] ou par des échanges indirects où l’agent modifie l’environnement

pour transmettre l’information aux autres agents : la stigmergie chez des fourmis par exemple où le dépôt de

phéromones permet de construire une piste pour la recherche de nourriture, ou encore par l’intermédiaire de

messages laissés sur un tableau noir [73].

Russel et Norvig proposent un ensemble de propriétés clés adoptées par la majorité de la communauté [208] :

— Un environnement accessible signifie que l’agent dispose d’une représentation totale de l’environnement.

À l’inverse, un environnement inaccessible ne fournit qu’une représentation partielle de celui-ci.

— Le changement d’un état dans un environnement déterministe dépend uniquement de l’état courant et

des actions sélectionnées par les agents alors qu’un environnement non-déterministe ou stochastique

aura une distribution de probabilité sur les états probables à partir de l’état courant et des actions

sélectionnées. Par exemple, un agent ayant un actionneur défaillant n’effectuera pas l’action qu’il souhaite

dans 100% des cas.

— Un environnement statique ne change pas pendant que l’agent prend sa décision et effectue son action.

Un environnement dynamique peut évoluer entre le moment où l’agent reçoit ses perceptions et le

moment où il effectue son action.

— Le type des perceptions et actions disponibles pour l’agent est déterminé par l’aspect discret ou continu

de l’environnement.

— Un environnement est inconnu si l’agent doit apprendre le modèle de l’environnement, c’est-à-dire doit

apprendre l’effet d’une action sur l’état courant de l’environnement. Un environnement est connu de

l’agent quand il dispose du modèle de son environnement.

La description de l’environnement peut être faite en s’intéressant aux éléments composant l’environnement,

les actionneurs disponibles pour les agents et leurs capteurs, ainsi que de leurs mesures de performance [208].

L’environnement joue un rôle important dans la simulation multi-agents [254] puisqu’il est le support des

calculs de la simulation et l’espace où se créent de nouvelles entités (structures, agents). Il décrit donc un

cadre structurel avec les définitions de Russel et Norvig ci-dessus, mais il peut également décrire un cadre

organisationnel en considérant des structures sociales [75] que les agents utilisent pour agir.
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3.2.3 Fonctionnement d’un système multi-agents

Une définition étendue de l’agent au domaine multi-agents est proposée par Ferber, qui dresse une liste

d’attributs synthétisant ce que tout agent évoluant dans une simulation multi-agents doit posséder [75, 76] :

— L’agent peut communiquer avec d’autres agents ;

— L’agent est mû par un ensemble d’objectifs propres ;

— L’agent possède ses propres ressources ;

— L’agent ne dispose que d’une représentation partielle des autres agents ;

— L’agent possède des compétences qu’il peut offrir aux autres agents ;

— L’agent a un comportement tendant à satisfaire ses objectifs, en tenant compte d’une part des ressources

et des compétences dont il dispose, de ses propres représentations du monde, et des communications

qu’il perçoit.

Les agents d’un système multi-agents interagissent avec leur environnement et les autres agents pour atteindre

leurs objectifs.

En combinant un environnement adapté à nos besoins avec un ensemble d’agents, une description formelle

peut être élaborée pour les systèmes multi-agents [64, 76] à partir des éléments suivants :

— Un environnement décrit en fonction des besoins du concepteur [254] ;

— Un ensemble d’agents possédant des objectifs et un état interne ;

— Un ensemble de perceptions de l’environnement associé à chaque agent et qu’ils peuvent obtenir ;

— Un ensemble d’actions que les agents peuvent effectuer sur l’environnement ;

— Une fonction d’évolution du monde, construite à partir des actions proposées par les agents.

L’utilisation de l’approche orientée agent pour la modélisation de systèmes complexes est donc naturellement

envisagée, la représentation par des agents dotés de capteurs et de leur propre prise de décision permettent

de distribuer la complexité [118, 28]. Les approches orientées agents sont utilisés dans de nombreux domaines

pouvant être qualifiés de système complexe comme l’écologie [90], l’industrie [185, 197], les transports [48] et

nous verrons plus en détail les travaux sur la modélisation de la ville dans la section 3.3.

Les environnements que nous étudions dans le cadre de cette thèse seront partiellement observables,

stochastiques et discrets.

Émergence de comportements

Une simulation multi-agents est utilisée pour modéliser des systèmes complexe hétérogènes et évolutifs.

Dans ce cadre, l’utilisation d’agents exhibant des comportements simples peuvent faire émerger une intelligence

supérieure à celle des agents qui composent la simulation. Reynolds propose une modélisation de comportements

complexes comme le déplacement de nuées d’oiseaux ou des bancs de poissons avec des boids (agents) dont

les interactions sont régies par de simples règles d’évitement de collision avec leurs voisins, permettant ainsi

l’émergence de motifs de déplacement complexes [205]. Les exemples d’interactions que l’on peut rencontrer

sont la coopération, où les agents travaillent ensemble vers un objectif commun [75] ; la coordination, où les

agents s’organisent de manière à augmenter le nombre d’interactions positives ; la négociation, où les agents
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se consultent pour parvenir à une décision commune ; la compétition, dont le but est d’atteindre un objectif

avant les autres agents.

3.3 Modélisation d’une zone urbaine

Une zone urbaine est un système complexe représentant de nombreux acteurs aux objectifs et attentes

différentes ainsi que l’ensemble des dynamiques existantes exploitées par ces acteurs. Il s’agit du réseau de

transport urbain (bus, métro, voitures), des services publics (hôpitaux, écoles), de l’économie (lieux de travail)

et des quartiers résidentiels. En fonction des objectifs du concepteur, une modélisation pertinente de la zone

urbaine nécessite de disposer de ces dynamiques. Il est complexe d’avoir une vision globale et des hypothèses

sont nécessaires pour avoir le modèle le plus simple possible mais comportant tous les éléments nécessaires à

la bonne construction de l’environnement politique. La conception de politiques urbaines et d’aménagements

du territoire doit prendre en compte toutes leurs particularités. La zone urbaine et sa modélisation sont aux

cœurs de nos problématiques avec la conception de politiques urbaines. Ainsi, la modélisation géo-spatiale et

les éléments à considérer sont abordés dans cette section.

En nous inscrivant dans la Smart City, la construction de nos simulations multi-agents sera alimentée de

données représentant l’environnement, son fonctionnement et le comportement des usagers. Pour modéliser la

ville, nous nous intéressons donc davantage aux approches élaborées à partir d’un grand volume de données

disponibles plutôt qu’aux approches visant à collecter ces données. Dans un premier temps, nous abordons les

techniques existantes utilisées pour la simulation de systèmes géographiques. Puis nous aborderons la notion

de réalisme pour les agents et les populations synthétiques. Enfin, nous nous questionnerons sur la nécessité

de modèles génériques pour la simulation multi-agents.

3.3.1 Approches existantes

Les premiers modèles urbains se basent sur les automates cellulaires (Cellular Automata CA) où les agents

et l’environnement sont confondus. En effet, les approches à base de CA représentent l’environnement sous

forme de cellules où la propriété agrégée de la cellule correspond à l’état d’une population par exemple [16, 152].

Cependant, même avec des modèles simples, la description de l’état des cellules comme différents niveaux

d’utilisation du territoire permet de décrire un modèle urbain.

Les modèles à base d’automates cellulaires ont transité vers des approches utilisant la modélisation orientée-

agents (Agent-Based Modeling ABM). Ces approches ont notamment permis de modéliser le déplacement

des agents, qui n’était pas considéré dans le cas des CA. Les agents présents dans la simulation peuvent

être représentés de manière hétérogène pour créer une dynamique d’échanges complexe entre eux et leur

environnement. Ainsi, la principale différence entre les CA et les ABM est que le système est constitué d’un

ensemble d’objets individuels avec un comportement unique et spécifique plutôt que d’avoir des modèles

généraux où les comportements sont collectifs ou agrégés. La construction du premier modèle social d’agents

est attribué à Thomas Schelling qui en 1971 présente comment les disparités entre populations font émerger

des mouvements migratoires entre deux cultures distinctes [213].

30



3.3. Modélisation d’une zone urbaine

Dans les années 1980, les modèles intégrés transports-urbanisme (Land Use Transport Integrated LUTI)

voient le jour et sont conçus pour intégrer davantage les données d’informations géographiques (Geographic

Information System ou GIS) et considérant tous l’éco-système du transport urbain pour construire une

représentation plus poussée de l’existant [61, 111]. Les approches LUTI prennent en compte une zone urbaine

plus conséquente que les ABM mais, de manière similaire aux CA, elles perdent le caractère d’individualité

de l’agent, qui est de nouveau fusionné avec l’environnement.

Le choix de l’approche pour la modélisation urbaine dépend de la granularité souhaitée [56] : par exemple

une échelle microscopique pour la gestion de feux de croisements [72] jusqu’à l’échelle macroscopique pour

l’étalement urbain. Si le niveau d’abstraction est trop faible, la modélisation passe certainement à côté de

détails clés, cependant trop de détails contraindra la modélisation qui devient trop complexe.

L’avantage, et la raison pour laquelle nous nous orientons vers la simulation multi-agents, est la nécessité

de représenter des populations hétérogènes dont l’ensemble des interactions fournit un retour qui a du sens

pour les décideurs politiques. L’approche multi-agents est utilisée pour gérer certains aspects des villes :

simuler des piétons [45], gérer les emplacements de stationnement dans un quartier résidentiel [21], gérer les

carrefours et les feux d’intersections [67, 257] ou encore mesurer l’étalement urbain [15, 161]. Dans le contexte

de la modélisation de la ville, la recherche de réalisme est un impératif.

3.3.2 Réalisme de l’environnement et de l’agent

Les systèmes utilisant l’intelligence artificielle et par extension, les systèmes multi-agents, sont inspirés

de l’existant ou plutôt de ce que nous comprenons de l’existant [172]. Cette réflexion est importante pour

introduire la notion de réalisme d’une simulation. En effet, dans le cadre de la modélisation d’agents humains

se pose le problème de l’évaluation du réalisme du comportement des agents et plus globalement du système

complexe étudié, or il n’existe pas de métrique ni de méthodologie pour l’obtenir. Généralement le réalisme de

la modélisation s’étudie de manière subjective par les concepteurs et les utilisateurs lors des expérimentations

de simulation. Toute la difficulté réside dans le choix d’hypothèses de modélisation qui vont simplifier le

modèle pour le rendre utilisable, tout en n’altérant pas le niveau de réalisme obtenu.

Le réalisme de l’environnement dépend notamment de la quantité et de la qualité des données disponibles.

Par exemple, la description de l’emplacement des bâtiments dans une commune française est accessible avec

les plans cadastres fournis par le gouvernement ; l’architecture d’un bâtiment est disponible si l’on dispose

des plans ; l’itinéraire des bus est généralement disponible en open data dans les métropoles. Toutes ces

informations, utilisées pour décrire le contexte géospatial d’une simulation urbaine sont autant d’éléments

permettant d’en améliorer le caractère réaliste

Le réalisme des populations modélisées est tout aussi important, bien que traité de façon plus ou moins

approfondie dans les approches évoquées précédemment, et de nombreux travaux sont disponibles sur la

modélisation réaliste du comportement humain [126].

Ces dernières années, la disponibilité croissante de données sur les usagers permet de mieux modéliser

les populations synthétiques. Introduites par Beckman et al. [17], ces dernières permettent de calibrer une

large population d’individus pour la simulation. Les populations synthétiques sont régulièrement utilisées

31



Chapitre 3. L’Intelligence Artificielle Distribuée au service de la conception de politiques

dans les modèles LUTI pour augmenter le réalisme des populations en renseignant le domicile, le métier ou

encore l’âge des agents dans la population. Il existe plusieurs méthodes pour générer de telles populations à

partir des données collectées [175] comme les synthétiseurs de populations [201] qui génèrent automatique des

données ou la distribution et l’ajustement de données existantes [92]. Nos travaux utilisent des populations

synthétiques en considérant que la Smart City fournit et structure les données nécessaire pour la calibration,

sans avoir à se soucier des outils nécessaires pour construire les populations.

Le niveau souhaité de la modélisation détermine également la qualité du réalisme attendu. Par exemple, une

simulation microscopique de trafic routier va prendre en compte les actions individuelles, parfois irrationnelles,

que peuvent effectuer les humains [96] alors qu’une simulation globale du trafic n’a pas besoin de la distinction

de comportement entre les individus, seul le résultat émergent au niveau global considéré compte. Il est ainsi

nécessaire de distinguer le réalisme du comportement de l’agent, qui dépend de la granularité de la simulation,

du réalisme de la simulation de manière générale, c’est-à-dire la qualité de modélisation de l’environnement et

des interactions entre ses composantes. Les populations synthétiques par exemple permettent de proposer des

déplacements réalistes entre un lieu de travail et la résidence d’un agent en prenant en compte les trajectoires

moyennes, issues des données démographiques sur les déplacements des usagers d’une zone particulière

(enquêtes d’origine destination par exemple). La limite des approches à base de population synthétiques

est qu’elles se basent sur des données agrégées pour définir les agents. Prenons l’exemple des trajectoires

de déplacement précédent, nous aurons 20% des agents qui viendront du centre-ville et 80% qui viennent

de la périphérie pour se rendre à leur lieu de travail en centre-ville. Ces données utilisées sont agrégées

et représentent un comportement moyen alors que nous voulons disposer d’une simulation exhibant des

comportements individuels. Il devient alors difficilement possible d’ajuster à la main le comportement de

chaque agent individuel mais il est envisageable d’introduire des variances autour des moyennes dans les

données démographiques.

Une solution pour accrôıtre le réalisme est de piloter l’agent virtuel par un utilisateur humain. La

communauté utilise la notion d’avatar pour décrire un agent contrôlé par un utilisateur humain et pouvant

interagir avec d’autres agents, avatars ou non présent dans la simulation. Ainsi, en 2007, Ishida et al. proposent

un design participatif [113] en 2 phases : la simulation participative où agents virtuels et avatars interagissent

au sein de la simulation, et l’expérience augmentée consistant à réaliser l’expérience avec des humains puis de

la simuler à l’aide d’une modélisation multi-agents. Dans la phase de simulation participative Ishida et al. font

coopérer les usagers directement avec les agents présents et permet de disposer d’un environnement virtuel

pour l’éducation et l’entrainement à des tâches comme l’évacuation de bâtiments. Dans notre approche, nous

ne visons pas l’interaction directe avec les agents usagers lors de la simulation, mais plutôt la co-conception

de politiques entre notre système et le décideur. L’interaction est ainsi envisagée lors de l’élaboration du

problème, pendant la simulation en suggérant des modifications, et après la simulation pour évaluer les points

forts et points faibles de la politique proposée par le système. Cette démarche relève de la modélisation

participative [44, 96], qui consiste à solliciter les usagers pour concevoir ensemble, le processus de simulation.

Elle est régulièrement utilisée dans la simulation multi-agents, car elle aide à structurer la pensée, à comprendre

les dynamiques et permet aux différents intervenants (par exemple le système et l’utilisateur) de mieux se
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comprendre mutuellement. Ainsi, le recours à la modélisation participative dans le cadre de nos travaux nous

semble judicieux pour l’étape de co-construction des simulations. Lorsque l’on s’intéresse à la co-conception de

politiques, on découvre une limite des approches de modélisation urbaine, même participative : l’interaction

avec le décideur se résume le plus souvent à une interface permettant de modifier certains paramètres, rejouer

un scénario ou changer le rythme de la simulation.

Les différentes approches exposées ici permettent de calibrer une population synthétique d’agents artificiels

et d’augmenter le réalisme de la simulation à la fois au niveau de l’environnement et du comportement des

agents. Couclelis, en 2001, précise que l’un des challenges de l’ABM est de modéliser des prises de décisions

dynamiques et complexes pour interagir dans un environnement lui-même dynamique et complexe et avec les

autres agents [57]. La notion de réalisme est importante pour garantir la pertinence d’une modélisation urbaine

mais est encore un challenge de la communauté. Le réalisme dépend également des problèmes envisagés et peut

conduire à des modélisations très spécifiques qu’il devient impossible de généraliser à d’autres configurations

(représentation très microscopique du comportement des automobilistes à un carrefour pour disposer ensuite

d’une simulation de trafic à l’échelle d’une ville).

3.3.3 Que penser des modèles génériques ?

Les contributions sur la modélisation urbaine multi-agents peuvent être scindées en deux grandes catégories :

les approches proposant des modèles ou des structures génériques, et les approches modélisant le système

urbain relativement à un problème spécifique. Chaque catégorie possède ses avantages et ses inconvénients.

Construire des modèles génériques est plus complexe à élaborer, plus difficile à utiliser et à valider. Avec les

modèles génériques il est par exemple souvent nécessaire de disposer de connaissances expertes pour créer une

instance de ce modèle [57]. Un autre risque avec un niveau de généricité trop élevé est que certaines parties

du modèle doivent être simplifiées pour pouvoir prendre en compte un grand nombre de situations. D’une

façon générale en modélisation, un compromis est à trouver entre niveau de précision et généricité du modèle.

Dans le cadre de notre travail, nous nous sommes intéressés à l’aspect générique de la simulation afin de

pouvoir envisager un grand nombre de situations de politiques urbaines. Dans notre travail, la généricité

concerne deux aspects : le modèle de la zone urbaine étudiée et les politiques. Le modèle proposé pour

représenter l’environnement urbain est générique dans le sens où il est construit à partir des données

géographiques disponibles en open data (par exemple l’usage des données de Open Street Map). Pour les

politiques urbaines, nous avons élaboré un formalisme générique qui prend en compte le périmètre, l’objectif,

l’horizon de temps, etc. (décrit dans le chapitre 4), ce formalisme étant une des contributions de la thèse. En

nous inscrivant en aval de la Smart City, notre objectif est de réaliser une preuve de concept d’un outil d’aide

à la décision avec ce modèle générique pour assister le décideur dans la construction et la simulation d’un

vaste échantillon de politiques urbaines. Avec la mise à disposition de nombreuses données, notre contribution

permettra de simplifier l’intégration des flux d’information venant de la Smart City, qui seront ainsi collectés et

traités pour alimenter notre modèle de manière continue avec l’objectif de permettre l’adaptation dynamique

des politiques.

La prise en compte de la dynamique pose le problème du couplage entre les modèles. Pour notre système,
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nous nous intéressons au couplage des dynamiques du simulateur et du modèle de prise de décision conduisant

à modifier l’environnement de la simulation. Un système complexe met en jeu plusieurs dynamiques, agissant

rétroactivement l’une sur l’autre, qui nécessitent d’être couplées pour pouvoir étudier le système en tant

qu’entité holistique.

3.4 Interactions entre différentes dynamiques spatio-temporelles

La difficulté de modélisation des systèmes complexes découlent en partie de l’existence de différents niveaux

d’organisation qui interagissent entre eux. Par conséquent, sa modélisation doit à la fois représenter ces

dynamiques aux spécifiques temporelles et spatiales différentes mais doit également capturer les interactions

qu’il existe entre ces dynamiques.

En 2012, Crooks et al.[58] proposent une synthèse sur les approches existantes utilisant le couplage

(coupling) de simulations. Le couplage de modèles est né du constat que les outils GIS ont généralement des

difficultés à manipuler de grandes bases de données ou d’itérations de simulations. Pour pallier ce problème,

l’idée du couplage est de passer par un script ou logiciel externe qui permet de mieux contrôler l’exécution

de la simulation [153]. Elles peuvent être définies par la combinaison de deux systèmes indépendants via

l’échange de données.

Cette section aborde différentes stratégies adoptées pour combiner ensemble des environnements de

structures variées, d’un point de vue organisationnel, temporel ou spatial en considérant les simulations

multi-niveaux et le couplage de dynamiques.

3.4.1 Simulations multi-niveaux

On peut dire que les approches usuelles de simulation multi-agents reposent sur deux niveaux, un premier

niveau microscopique et un second niveau macroscopique, mais des approches comme celle de Gaud et

al. exploitent un nombre variable de niveaux d’abstractions dans la simulation [80, 81]. La simulation

multi-niveaux ou approche hiérarchique apparâıt dans les années 1980 pour répondre à l’aspect statique

des simulations multi-agents de l’époque [82]. Ainsi, le premier niveau est constitué de plusieurs entités

qui peuvent être regroupées pour former une entité de niveau supérieur. Dans le domaine multi-agents,

les travaux portant sur la modélisation multi-niveaux sont principalement liés à l’étude des phénomènes

d’émergences [166, 81]. Par exemple, les travaux de Servat [216] représente une simulation de fluides comme

une simulation multi-niveaux où les molécules d’eaux (les agents) peuvent se regrouper ensemble pour former

une mare ou un étang, pour ensuite se désolidariser formant des flaques lors d’une évaporation. On peut

parler de la simulation multi-niveaux comme d’une interaction verticale où la simulation de niveau supérieur

agrège et utilise les niveaux inférieurs. L’avantage d’un simulateur multi-niveaux est de pouvoir intégrer

plusieurs niveaux d’agents et d’environnements [68] ou de pouvoir avoir des simulations de plusieurs niveaux

dans un même environnement [82].

Les problématiques liées au cadre multi-niveaux portent sur le problème de structuration des entités ou

d’embôıtement du premier niveau hiérarchique avec un niveau suivant [171].
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3.4.2 Couplage de dynamiques

Un système complexe nécessite de considérer plusieurs aspects de dimensions variées. Nous sommes

un lundi matin et un navetteur part en retard de chez lui et adopte une conduite plus agressive qu’à son

habitude pour se rendre à son lieu de travail. Ce même matin, un second navetteur se rend également à son

lieu de travail et conduit, comme à son habitude, un peu au-dessous de la vitesse autorisée. Nous pouvons

imaginer une modélisation microscopique fine d’une ville où le comportement, les habitudes de conduites, le

modèle de la voiture est renseigné pour chaque agent. La population hétérogène qui en résulterait interagit

dans l’environnement et l’impacte de façon globale, notamment par l’émission de gaz lors de la circulation.

Imaginons maintenant qu’un décideur politique s’intéresse à la pollution dans la zone urbaine où notre

conducteur en retard s’énerve derrière le second navetteur. Nous avons ici une observation macroscopique de

l’environnement. Le niveau macroscopique a une représentation agrégée du niveau microscopique, mais chaque

élément individuel y participe, à l’image du comportement individuel du navetteur qui n’a que peu d’impact

mais avec l’ensemble des navetteurs fournit des informations supplémentaires au niveau macroscopique.

Cette interaction entre le niveau microscopique et le niveau macroscopique représente donc deux modèles,

donc deux simulations, avec des granularités et des objectifs différents. La temporalité des 2 mondes, micro et

macro, est généralement différente. L’une des simulations évolue toutes les secondes alors que la modélisation

macroscopique collecte les données de pollution par tronçon toutes les 10 minutes. Le couplage de dynamiques

(ou simulation multi-modèles) consiste à combiner une simulation multi-agents à une autre simulation du

même type ou représentant une dynamique différente (automates cellulaires, systèmes multi-agents, GIS,

équations) [188, 47]. Il existe également l’approche de co-simulation qui s’intéresse à l’usage de différents

simulateurs et à leurs communication entre eux [194].

Les premiers couplages entre les simulations apparaissent avec les automates cellulaires [55] et se limitent

généralement à la mise en place d’un modèle microscopique générant des phénomènes observés au niveau

macroscopique [37]. Plus tard, les travaux sur le couplage de dynamiques permettent un échange entre les

dynamiques [60] en proposant des agents ayant une inter-influence sur les autres. Dans ce cadre, le terme

d’interaction horizontale, par opposition à l’interaction verticale précédente, est utilisé car chaque dynamique

est influencée par ces agents sans notion de hiérarchie. L’intérêt du couplage est de pouvoir ajouter des

simulations à d’autres simulations en considérant qu’elles agissent comme des boites noires les unes pour les

autres et fournissent un certain nombre d’entrées et de sorties qui sont leur moyen de communication [47].

Dans la cadre où le couplage est effectué entre deux simulations multi-agents, le couplage de dynamiques peut

être temporel (la seconde contre la dizaine de minutes) ou spatial (perceptions locales de l’environnement

pour nos navetteurs et données de capteurs au niveau d’un quartier pour le décideur). On y retrouve l’aspect

du couplage abordé précédemment dans la mesure où le multi-modèle exhibe plusieurs propriétés, notamment

celles de pouvoir être conçu comme une brique logicielle logique pouvant être interfacé avec un autre modèle

et réutilisé [8, 39].
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3.4.3 Identification des propriétés émergentes

Les précédentes approches mentionnées disposent de granularités microscopiques et macroscopiques.

L’ensemble des comportements individuels et leurs interactions font émerger de nouveaux phénomènes [69, 216]

(figure 3.2).

Micro-situation

Propriétés émergentes

Macro-situation

Problèmes/contraintes

Figure 3.2 – L’interaction des agents entre eux et avec l’environnement déclenchent des propriétés émergentes au
niveau microscopique. L’ensemble de leurs actions produit des macro-situations pouvant impacter l’agent au niveau
microscopique. Figure inspirée de Ferber [75] (p.87)

C’est le cas par exemple de la génération de pollution qui va varier en fonction du départ des navetteurs

(traduisant la notion d’heures de pointe). Par exemple, les heures de départ similaires de nombreux agents

ayant pour conséquence l’apparition de bouchons faisant augmenter le niveau de pollution. Il est donc

nécessaire d’identifier ces phénomènes émergents et leurs sources pour les capter au niveau macroscopique.

Ensuite, le niveau macroscopique peut y répondre et tenter d’apporter des solutions (figure 3.3). Les propriétés

émergentes peuvent être souhaitées par le système, au niveau microscopique, ou être une conséquence de

l’interaction des agents avec leur environnement et créer des problèmes (congestion de trafic et sa résolution

par exemple). Dans le cadre de la thèse, l’observation des propriétés émergentes négatives et l’identification

des problèmes que cela génère sur la population microscopique, font partie des objectifs de notre étude.

La réponse à ces problèmes peut se traduire par une séquence d’actions à appliquer à l’environnement, qui

traduit la politique urbaine sous-jacente. Pour reprendre notre exemple, les navetteurs en allant au travail

vont créer une congestion et augmenter localement la pollution. Ce problème peut être identifié par l’analyse

de la vitesse moyenne des usagers sur les tronçons, le modèle de véhicule, le type de conduite. À partir des

capteurs de la dynamique macroscopique, un agent politique utilise des actionneurs adaptés pour résoudre ce

problème (pénalisation du type de conduite, agrandissement de la voirie, possibilité de dépasser plus facile).

Ainsi, la figure 3.3 représente l’identification et la résolution de problèmes permise par la simulation

multi-niveaux. Il est alors possible de traduire l’objectif du décideur comme l’identification de problèmes

émergents au niveau macroscopique de la simulation.

3.4.4 Verrous de la communauté

Morvan propose trois questions liées à l’utilisation de la simulation multi-niveaux [171] :

36
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Situation à un niveau
n

Propriétés émergentes

Situation à un niveau
n+1

Problèmes/contraintes

Identification de
problèmes

Environnement

Résolution

Figure 3.3 – Représentation générique du problème où les agents situés dans l’environnement, à un niveau quelconque
(micro, macro), génèrent des propriétés émergentes observables à un niveau supérieur.

— l’établissement de méta-modèles génériques et de moteurs de simulations ;

— la détection et la réification de phénomènes émergents ;

— la définition de représentations génériques pour les entités agrégées.

Dans le cadre de cette thèse, nous nous intéressons aux deux premiers points dans le cadre de la simulation

urbaine. Le troisième aspect, lié aux problématiques d’emboitement mentionnées précédemment ne nous

concerne pas dans le cadre d’un couplage de dynamiques.

Le premier verrou que nous considérons est donc la détection de phénomènes émergents dans le modèle.

Dans un cadre de conception politique, l’identification de phénomènes émergents à partir de données collectées

de la ville est déjà une aide conséquente pour le décideur politique. La réification de ces phénomènes est

actuellement l’étape de construction politique auquel les décideurs et les parties prenantes sont confrontés.

La modélisation fournit un support pour d’une part faire émerger ces propriétés et d’autre part tester des

actions politiques et observer leurs conséquences sur les problèmes identifiés. Afin de répondre au verrou,

l’approche adoptée doit permettre à la couche macroscopique d’interagir avec la couche microscopique pour

résoudre ces problèmes.

Le second verrou abordé dans le cadre de cette thèse est l’établissement d’un modèle générique pour

concevoir des instances d’environnements et les politiques associées. La mise en place d’un outil autonome

requiert de pouvoir structurer n’importe quelle zone urbaine dans un méta-modèle produisant une instance

de simulation multi-agents avec un environnement cohérent permettant des interactions d’agents réalistes,

et la mise en œuvre de politiques adaptatives pertinentes. Cette notion est d’autant plus importante dans

le cadre de notre étude où le couplage de dynamiques requiert une autonomie aux deux niveaux de notre

couplage micro/macro.

À notre connaissance, il n’existe pas de travaux dans le cadre de la modélisation urbaine qui représente une

véritable interaction dynamique entre la modélisation de l’environnement et la construction d’une politique
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satisfaisante.

3.5 Conclusion

La conception de politiques urbaines repose sur la modélisation d’un système complexe aux dynamiques

multiples. À travers ce second chapitre d’état de l’art, nous nous sommes intéressés au recours de la simulation

multi-agents pour construire ces politiques. Notamment avec l’intérêt de la simulation multi-agents pour la

modélisation d’une zone urbaine et développer le besoin d’un modèle couplant plusieurs dynamiques pour

mieux capter la complexité d’un système complexe comme une ville. Nous nous situons ici dans un contexte

où le décideur politique cherche un outil l’aidant à faire sens des nouvelles données disponibles de la Smart

City. En proposant un modèle générique pour la construction d’un moteur de simulation, notre contribution

porte sur les verrous liés au couplage de dynamiques et aux approches multi-niveaux.

Dans le cadre de cette thèse, le couplage de dynamiques permet une temporalité différente des simulations

et l’approche multi-niveaux consiste à combiner deux simulations représentant deux systèmes différents :

le premier est une simulation individu-centrée avec la description des interactions des agents ; le second

système prend en charge l’émergence des problèmes relatifs aux objectifs étudiés, et a pour objectif de

répondre aux macro-problèmes identifiés en capitalisant les observations émergentes de l’environnement.

L’intérêt dans l’approche multi-niveaux choisie est de pouvoir différencier des dynamiques de granularités

spatiales et temporelles différentes. Ces deux notions sont essentielles pour aborder la simulation multi-agents

comme approche distribuée pour la représentation et la modélisation de systèmes complexes, notamment

les villes, pour la construction de politiques urbaines. Enfin, les approches de la littérature permettant de

doter la simulation d’un moyen de contrôle sur les phénomènes émergents de la simulation avec la notion de

multi-niveaux et de couplage de dynamiques ont été analysées. Ces différentes approches motivent le besoin

de disposer d’un outil générique de conception de politiques permettant à la fois de représenter la dynamique

microscopique des agents dans l’environnement et également de représenter les outils et actions permettant

de proposer des solutions pertinentes dans l’environnement et d’en observer les conséquences.

À travers l’état de l’art sur les approches existantes pour la modélisation urbaine en utilisant des systèmes

multi-agents, nous avons identifié les verrous liés à la mise en place du couplage de dynamiques multi-agents

de modèles génériques. Une contribution à ces verrous pour les systèmes complexes modélisant la Smart

City porte sur un choix d’architecture avec un couplage de dynamiques multi-agents, capable d’intégrer des

temporalités différentes au niveau des dynamiques et permettant une vision globale de la zone urbaine. Notre

objectif à travers cette preuve de concept est de réduire les connaissances expertes requises, que ce soit au

niveau de la modélisation ou au niveau politique, pour établir des politiques urbaines co-construites à partir

de simulateurs multi-agents.
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4.1 Introduction

Les deux précédents chapitres d’état de l’art permettent de voir l’intérêt de la simulation multi-agents et

le couplage de dynamiques pour la co-construction de politiques. Une première dynamique doit représenter

les comportements individuels des utilisateurs et leurs interactions et une seconde dynamique observe les

conséquences à un niveau plus global pour déterminer les actions politiques qui peuvent être pertinentes à

appliquer.

L’élaboration de politiques dans le cadre de la Smart City motive le besoin de disposer de nouveaux outils

pour intégrer continuellement un vaste flot de données pour construire des politiques réactives et pertinentes.

Nous utilisons la simulation multi-agents dont l’intérêt repose notamment sur les simulations individu-centrées

pour représenter les objectifs individuels d’entités comme les acteurs de la politique pour construire un

environnement réaliste dans lequel ils peuvent évoluer et ainsi disposer d’un espace sur lequel éprouver des

politiques en étudiant le retour des agents présents. Ainsi, les deux précédents chapitres ont introduit les

problématiques relatives au domaine d’élaboration de politiques de décisions et à la simulation multi-agent.

L’objectif maintenant est de relier ces deux domaines afin de produire un outil d’aide à la décision pour le

décideur politique. La particularité de cet outil est d’évaluer des politiques urbaines dans un environnement

virtuel réaliste et de proposer de nouvelles politiques ou des ajustements sur les existantes.

Ce chapitre introduit la première contribution de la thèse avec la proposition d’une architecture générique

pour la co-construction de politiques, SmartGov, basée sur le couplage de dynamiques entre un niveau

microscopique (espace d’application de la politique) et d’un niveau macroscopique (espace d’élaboration de la

politique). Les deux niveaux ont donc leur propre dynamique et disposent chacun de leur propre simulation

multi-agents.

Notre contribution se décline ainsi en plusieurs composantes :

— l’architecture générique de SmartGov qui décrit :

— l’environnement simulé de la zone urbaine avec la couche microscopique ;

— la gestion de politiques définie dans la couche macroscopique ;

— un modèle de politique structurant les interactions entre le décideur et SmartGov ainsi que la

production de SmartGov ;
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— le couplage entre deux simulateurs multi-agents pour permettre la conception de politiques urbaines ;

— la définition d’un formalisme pour l’expression des politiques ;

— la proposition d’un outil complet pour la co-conception de politiques.

Ce chapitre se découpe donc de la manière suivante. Dans un premier temps, nous apportons une description

de l’architecture de référence avec le formalisme de chacune des briques qui la composent. Nous les décrirons

de manière générique. La généricité de la couche microscopique a été particulièrement travaillée pour pouvoir

prendre en compte un grand nombre d’environnements dont on a abstrait les principales caractéristiques.

De la même façon, le gestionnaire d’agents politiques repose sur un cadre défini de façon très générique,

permettant au décideur de calibrer précisément les éléments qui entrent en compte dans la décision politique.

Nous expliquons ensuite comment se déroulent les interactions pour permettre la co-conception de la

politique. Le couplage entre les niveaux microscopiques et macroscopiques est alors décrit à partir d’exemples

simples. Enfin nous détaillons les données requises pour définir les entrées du modèle générique, ainsi que les

supports proposés pour la visualisation du paramétrage, du déroulement de la simulation et des résultats.

Soumissions L’architecture formelle SmartGov, présentée dans ce chapitre, a permis la publication :

— d’un article à la IEEE Internationcal Conference on Tools with Artificial Intelligence (ICTAI), présenté

en 2017 à Boston aux États-Unis [189] ;

— d’un article aux Journées Francophones de la Simulation Multi-Agent (JFSMA), présenté en 2018 à

Metabief en France [190].

4.2 Motivation

Nous proposons de décrire l’architecture SmartGov à l’aide d’un exemple applicatif suffisamment complet

pour faire émerger les concepts nécessaires à la création d’une politique urbaine et d’en abstraire un formalisme

cohérent. Nous construirons ensuite une instance de ce scénario pour montrer l’utilité de notre approche

générique.

4.2.1 Introduction à la conception de politique

Dans le contexte de la Smart City, nous considérons un décideur souhaitant mettre en place une politique

dans une zone urbaine spécifique. Il dispose ainsi de données de capteurs collectées automatiquement, des

enquêtes sur le comportement et les motivations des usagers ainsi que des sondages relatifs au problème qu’il

étudie. Cependant, le décideur n’est pas certain du résultat qu’apportera la nouvelle politique et décide donc

peut-être de faire des essais avant d’appliquer la politique envisagée. Une méthode peut être de considérer

une zone d’essai où appliquer la politique : par exemple sur un quartier donné, augmenter certains tarifs de

stationnement et en baisser d’autres.

Le décideur définit les critères d’évaluations qu’il considère pour construire et évaluer sa politique. En

fonction de ses objectifs, il cherchera à satisfaire les usagers ou d’autres intérêts. Il peut, par exemple,
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s’intéresser au temps moyen qu’il faut aux conducteurs pour trouver un emplacement de stationnement dans le

centre-ville ou encore étudier les revenus que les emplacements génèrent. Plusieurs méthodes sont disponibles

pour évaluer la performance de la politique. L’une d’entre elles porte sur l’intégration des acteurs et usagers

dans le processus de conception. Notamment, le décideur peut collecter l’avis des usagers de la zone de test,

qu’ils soient directement disponibles (par exemple sur les réseaux sociaux), ou récupérables par des actions

spécifiques (discussions dans les forums organisés par la ville ou auprès des conseils d’arrondissements).

Le décideur envisage ensuite d’étendre ou non la politique sur une plus grande zone urbaine. Même si un

essai local est pertinent, il est possible que la politique appliquée à la zone complète ne convienne pas. Dans

ce cas, le décideur risque d’être contraint de modifier voire d’annuler la politique initialement prévue. Cet

échec est coûteux pour le décideur, à la fois en temps et en argent pour la ville comme pour les usagers. De

plus, ces derniers pourront être plus réticents sur les nouvelles propositions de politiques.

Cette illustration montre l’utilité pour les décideurs politiques d’outils permettant d’éprouver les politiques

urbaines sur des environnements artificiels réalistes. La simulation préalable leur permet de mesurer l’impact

des politiques, de les ajuster et de tester différentes configurations avant de les implémenter dans le monde

réel.

4.2.2 Les informations requises pour construire le monde virtuel

Prenons l’exemple d’un décideur politique souhaitant élaborer une politique tarifaire pour les emplacements

de stationnement sur voie (en anglais on-street parking) dans plusieurs quartiers de sa ville. Par soucis de

concision, les emplacements de stationnement sur voie seront appelés emplacements.

Le fait que les usagers passent un certain temps à chercher un emplacement génèrent de la pollution et de

l’insatisfaction. Le décideur réalise ainsi que la motivation sous-jacente de sa politique tarifaire est d’assurer

une bonne attribution des emplacements avec un juste prix, et ainsi réduire le trafic aux heures de pointes.

Le décideur politique doit donc, pour obtenir une simulation réaliste de la situation, être en mesure

de fournir plusieurs éléments : une description du réseau routier de la ville ainsi que les informations sur

la géo-localisation et la taille des différents emplacements ; les bâtiments environnant pour identifier les

zones attractives pour les usagers (restaurants, commerces) ; et si possible les matrices origine-destination

représentant les trajets entre le domicile et le lieu de travail des usagers.

Ces informations servent à définir l’environnement cible de la politique, ou périmètre. Il inclut les différentes

structures représentant des éléments de l’environnement, comme les emplacements qui pourront être modifiés

par la politique tarifaire construite. La description des structures comprend également des informations sur

leur type (par exemple un bâtiment résidentiel ou un bâtiment de travail). Les emplacements ainsi que les

bâtiments sont décrits par un ensemble d’informations qualitatives et quantitatives : les heures d’ouvertures,

le tarif, le nombre de résidents ; dont les valeurs dépendent du type d’élément. Ces informations qualitatives

et quantitatives font office de perceptions et renseignent des types spécifiques de structures.

Une fois le périmètre décrit, le décideur fourni une description réaliste des usagers, principales cibles de

la politique tarifaire. Il va proposer une représentation des travailleurs pendulaires, à partir de collecte de

données obtenues par des sondages, des questionnaires en ligne ou des applications spécifiques sur smartphone.
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Le réalisme des agents composant la population est difficilement objectif et des hypothèses peuvent être faites

à partir d’études sociales, définissant des profils types associés au domaine d’étude (par exemple dans notre

cas, les profils de conducteur). Les données récoltées sont mises en correspondance avec les comportements

types pour exprimer les profils d’usagers.

L’ensemble de ces informations, c’est-à-dire la description des structures, du réseau routier ainsi que

celle des usagers, permet de construire un environnement virtuel dans lequel les agents vont ’évoluer’. La

simulation multi-agents individu-centrée est donc particulièrement adaptée pour modéliser l’environnement et

les usagers. Dans notre approche, les travailleurs pendulaires sont considérés comme des agents rationnels

et utilitaristes. Chaque profil a ses propres préférences vis-à-vis de la politique considérée : par exemple

l’usager économe qui acceptera de passer plus de temps qu’un usager en retard pour trouver un emplacement

intéressant. Ces préférences peuvent être calibrées par le décideur en fonction du périmètre étudié. Une

distribution de profils représente une population donnée.

À partir de ce point-là, le décideur politique dispose de la description d’un cadre sur lequel il va pouvoir

appliquer une politique. Nous nous intéressons dans la suite de ce chapitre au formalisme proposé pour décrire

et tester les politiques.

4.2.3 Support pour la mise en place d’actions politiques

Le décideur politique souhaite une politique satisfaisant dans la mesure du possible l’ensemble de ses

besoins ou de ses contraintes. Le décideur politique exprime alors ses attentes à l’aide d’une fonction objectif

mono-objectif unique, cette fonction intégrant différents critères estimés représentatifs afin d’obtenir une

proposition de politique pertinente. Par exemple, le décideur peut avoir pour fonction objectif de minimiser

la pollution et le nombre d’utilisateurs se rendant en centre-ville. Il va associer à chacun de ces deux critères

des poids spécifiques agrégés pour produire une fonction mono-objectif.

Dans notre modélisation, chaque modification de l’environnement effectué par le décideur représente une

action politique. Pour notre exemple, une action politique peut être de modifier la tarification des emplacements

d’une zone donnée ou d’ajouter des emplacements de stationnement sur une zone très fréquentée. À partir de

la fonction objectif, la réaction des usagers simulés permet au décideur d’évaluer l’impact d’actions politiques

sur les performances de la politique. En analysant la réaction des usagers, le décideur politique évalue

la pertinence des actions politiques qui ont été proposées. Il peut alors ajuster sa politique en proposant

de nouvelles actions et ainsi construire la politique urbaine avec les nouvelles réactions observées. Nous

envisageons également que les parties prenantes puissent réagir aux suggestions politiques. Dans le cas des

emplacements, il est ainsi possible de choisir d’augmenter le tarif des emplacements dans certains quartiers

et de le baisser dans d’autres (politique appliquée), dans le but de diminuer le temps de recherche d’un

emplacement pour les usagers (fonction objectif à optimiser).

Une politique urbaine va donc se traduire par une séquence d’actions politiques portant des informations

sur où et quand appliquer chaque action de la séquence. Comme une politique urbaine peut en final se

révéler contre-productive, une aide au décideur est nécessaire pour continuellement ajuster les actions afin de

s’assurer du succès de la politique. En utilisant des techniques d’apprentissage, notre modèle inclut l’évaluation
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automatique d’actions politiques pour assister le décideur dans la recherche de politiques pertinentes.

Figure 4.1 – Agents microscopiques (triangles noirs) cherchant un emplacement dans la zone urbaine. Les emplacements
disponibles (carrés gris clair) et occupés (carrés gris foncé) ainsi que les lieux de travail (gris foncé) et les résidences
(gris clair) sont des structures composant le périmètre.

Un autre aspect de la modélisation réaliste et dynamique est celui du passage à l’échelle. Même en

considérant une zone urbaine restreinte, par exemple celle de la figure 4.1, l’ensemble des politiques tarifaires

à considérer pour chaque emplacement est trop conséquent pour évaluer toutes les alternatives possibles au

niveau de cette zone. Passer à l’échelle d’une métropole parâıt donc difficile sans un outil adapté. L’évaluation

de chaque politique représente un coût non négligeable pour le décideur et des techniques d’optimisation

doivent donc déjà être employées pour effectuer un choix parmi ces alternatives. Nous proposons un deuxième

niveau superposé à la description des agents et de l’environnement, également constitué d’une simulation

multi-agent agrégeant les structures en ensemble homogènes pour réduire le nombre de configurations à

étudier. Celle-ci est couplée à la première et est composée d’agents politiques locaux, qui comme les agents

microscopiques, interagissent sur une partie restreinte de l’environnement. Alors que les agents microscopiques

évoluent sur le réseau en fonction de différentes contraintes, les agents politiques gèrent chacun un périmètre

local de la ville, composé d’un ensemble de structures, et définissent les actions à mener en cohérence avec

une politique donnée.
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4.3 Architecture globale de SmartGov

L’exemple de motivation précédent nous permet de présenter les principaux concepts de SmartGov,

l’architecture générique proposée pour la conception de politiques urbaines. L’objectif de SmartGov est de

proposer un outil d’aide à la décision générique à destination des décideurs politiques. Cet outil d’aide à la

décision a pour objectif de proposer les fonctionnalités suivantes :

— Co-construction de la politique : SmartGov doit faciliter la construction d’une politique urbaine

en diminuant les compétences expertes requises pour le développement et la mise en place de simulations.

Le décideur politique utilise les données à sa disposition pour décrire la zone urbaine qu’il souhaite

étudier. Il paramètre ensuite l’outil pour que celui-ci propose des politiques.

— Validation de la politique : Avec SmartGov, le décideur est en mesure d’éprouver les actions

politiques sur une zone urbaine et d’observer leur impact. Il permet ainsi de valider la pertinence de la

politique dans la mesure où la couche microscopique est suffisamment réaliste. Le décideur politique

utilise l’outil pour observer l’évolution de la zone urbaine avec la fonction objectif et les actions politiques

qu’il mentionne. L’outil est également en mesure de produire par lui-même des politiques urbaines,

soumises pour validation au décideur.

— Modification de la politique : Un point important dans notre architecture est que la co-construction

permet notamment de construire une instance de la zone urbaine avec le décideur mais aussi au décideur

politique de modifier directement une politique existante et d’en observer les impacts.

— Visualisation de la politique : SmartGov, dans sa version instanciée, doit permettre au décideur

d’observer le déroulement d’une simulation de la zone urbaine et la conséquence des actions politiques.

L’outil est à destination du décideur politique, qui fait le choix de prendre en compte ou non de la

satisfaction des usagers dans le processus de co-construction.

L’architecture générique de SmartGov (figure 4.2) se décompose en deux grandes briques conceptuelles.

La première, dite couche microscopique, porte sur la représentation d’un environnement réaliste et

permettant de simuler l’évolution d’agents microscopiques. Ceux-ci, sensibles à leur environnement, vont

interagir avec ses éléments et le modifier en conséquence. Ainsi, l’environnement contient donc les éléments

nécessaires permettant la boucle sensorimotrice des agents microscopiques. L’interaction entre l’environnement

et les parties prenantes concernées nous intéresse particulièrement pour concevoir les politiques urbaines.

En effet, la réaction des citoyens à leur environnement permet d’évaluer la validité d’une politique urbaine.

L’objectif est donc d’être en mesure de capter ces changements et de les quantifier afin de pouvoir établir si

une politique est pertinente ou non.

La représentation du comportement d’un humain est complexe puisqu’elle nécessite de faire des hypothèses

sur ses réactions et son modèle cognitif. Les paramètres qui entrent en compte lorsqu’il s’agit de prendre des

décisions chez l’humain sont très nombreux (préférences individuelles, contexte, ressources financières, etc.).

Afin de conserver une simulation crédible, nous avons fait des hypothèses pour représenter l’humain dans la

simulation en considérant celui-ci comme utilitariste.

La seconde couche de notre architecture de référence est la couche dite macroscopique qui contient le

cœur décisionnel de la politique dans SmartGov. L’objectif de SmartGov étant de produire des politiques
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Figure 4.2 – Représentation de l’architecture générique SmartGov

urbaines, la couche macroscopique a pour but d’établir des règles de gestions à partir des éléments perçus

dans l’environnement et les interactions entre l’agent humain et son environnement.

Nous avons élaboré un formalisme spécifique qui permet de décrire tous les éléments nécessaires pour

créer une instance pour chaque couche. La suite de ce chapitre est une description de chaque couche et du

formalisme proposé.

4.4 Couche microscopique

La Couche Microscopique ou Couche Usagers, abrégée par CU, correspondant à la simulation de

l’espace urbain et des usagers de cet espace. La Couche Usagers est l’un des deux simulateurs multi-agents

composant SmartGov et comprend un environnement E (section 4.4.1) ainsi qu’une population interne

d’agents microscopiques Nh
1 (section 4.4.2). La figure 4.3 représente le fonctionnement des agents dans

l’environnement de la couche microscopique.

Cette section présente le modèle théorique et générique de la CU en expliquant toutes ses composantes

paramétrables, afin de concevoir différents types de simulations pertinentes.

1. Les agents microscopiques peuvent être des agents représentant des humains, on parlera alors spécifiquement d’agents
humains pour simplifier.
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Figure 4.3 – Représentation de la Couche Usagers de SmartGov. L’environnement est le support de l’interaction
entre ses composantes (structures) et les agents humains. Les structures sont perceptibles par les agents qui utilisent
leur module de décision pour choisir des actions impactant l’environnement ou plus particulièrement des structures.

4.4.1 Représentation de l’environnement

L’environnement E est le support des boucles sensorimotrices des agents présents dans cet environnement.

Il est défini par le tuple suivant :

E = 〈S, T, I,G,Nm〉 (4.1)

où :

— S est un ensemble fini de structures ;

— T représente un ensemble fini de types de structures ;

— I décrit un ensemble fini de perceptions ;

— G est le graphe défini par G = 〈V,AR, ω〉 tel que ;

— V est un ensemble fini de sommets ou nœuds (vertices) ;

— AR = V × V est un ensemble fini d’arc (arc) pour le cas orienté, d’arêtes (edges) pour le cas non

orienté ;

— ω représente une fonction de poids soit sur les sommets, sur les arêtes ou sur les deux ;

— Nm représente un ensemble fini d’agents microscopiques.

La modélisation proposée pour l’environnement a été conçue de façon générique pour pouvoir représenter

un assez grand nombre de zones urbaines, sous différentes formes. Ainsi, outre le réseau routier, il est possible

de vouloir représenter la ville par son réseau fluide (canalisations d’eau, gaz) ou son réseau sec (électricité,

fibre, etc.). Le modèle de graphe choisi permet toutes ces représentations.

Structures et types

La structure joue un rôle important dans SmartGov. Il s’agit de l’élément permettant l’échange et

l’interaction entre les différentes couches du modèle. Tous les éléments constituant l’environnement de

la Couche Usagers sont considérés comme des structures. Par conséquent, cela signifie que les agents
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microscopiques sont également considérés comme des structures. Cette représentation a plusieurs avantages,

d’un point de vue ingénierie et d’un point de vue du modèle formel. Une structure peut ainsi être représentée

physiquement dans la simulation (exemple avec un emplacement de stationnement), ou également être

abstraite (un ensemble d’emplacements formant un front de rue ou groupe de bâtiments) et ne sera pas

rendue visible dans la simulation. Par exemple, si l’on considère un front de rue avec plusieurs emplacements

de stationnement, la route ainsi que les emplacements de stationnements sont des structures.

Une structure si ∈ S est définie au minimum par son type ti ∈ T . Les structures sont regroupées en fonction

de leur type et ont un comportement commun. La structure si peut disposer d’un ensemble de perceptions

disponibles Ii ⊆ I que les agents microscopiques peuvent exploiter, on dit alors que cette structure est

perceptible. De la même manière, certaines structures peuvent être actionnables par les agents microscopiques.

La structure définit donc un ensemble fini d’actions Ai dont une partie ou la totalité peut être utilisée par

l’agent en fonction de l’état de la structure. Par exemple, un centre commercial scentrer dispose de l’ensemble

d’action Ah
centre = {entrer, sortir} mais l’agent ne perçoit toujours qu’une des deux actions en fonction de

sa position par rapport au centre commercial. Les actions que l’agent peut effectuer sur une structure sont

disponibles lorsque l’agent perçoit la structure.

Dans un premier temps, nous décrivons une structure si ∈ S comme un tuple si = 〈t, Ihi , Ah
i 〉 où Ihi et Ah

i

peuvent être vides. Nous reviendrons à la notion de structure dans la couche macroscopique (section 4.5.1).

Perceptions de l’environnement

Une perception i ∈ I quantifie une valeur perçue dans l’environnement. Dans le cadre d’une structure,

celle-ci détermine comment les agents microscopiques vont interagir avec elle. L’ensemble des perceptions

possibles est fixe. Les perceptions perçues sont choisies par les décideurs politiques, ou par le système lui-même.

Une perception i est caractérisée par sa valeur λi définie sur un espace algébrique Λi ⊆ R. Une perception

peut prendre un ensemble de valeurs, qu’il soit continu comme la distance entre un agent et sa destination,

ou discret comme le prix d’un emplacement de stationnement dans notre exemple. Considérons l’occupation

d’un emplacement de stationnement. Elle peut prendre deux valeurs : occupé ou libre. Par conséquent, la

perception de l’occupation d’un emplacement de stationnement, notée ioccupation, a pour espace algébrique

Λioccupation = {occupé, libre}. Ainsi, un emplacement de stationnement libre aura la valeur λioccupation = libre

pour l’usager.

Si nous considérons maintenant le tarif de cet emplacement, alors la perception du tarif, notée itarif,

est définie par l’espace algébrique Λitarif = {0.5, 1, 1.5, 2, 2.5, 3, 3.5, 4}. Un agent percevant le tarif d’un

emplacement recevra une valeur λitarif ∈ Λitarif .

Dans notre modèle, la perception peut correspondre à la valeur d’une donnée d’un élément (comme dans

les exemples précédents) ou s’exprimer comme une fonction des valeurs de ses éléments. Le système ne se

limite donc pas à une représentation particulière de la donnée mais est capable de modéliser un grand nombre

de situations.
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Figure 4.4 – Représentation d’un réseau routier (a) et d’une grille (b).

Dans notre exemple de motivation, les agents microscopiques sont représentés par des agents humains

utilisant la voirie pour trouver un emplacement de stationnement satisfaisant. Dans SmartGov, seraient

également possible des entités non humaines pouvant avoir un comportement spécifique comme des bâtiments,

ou encore des entreprises. L’utilisation d’un graphe permet de définir une relation entre les différents sommets

du graphe : un arc ou arrête entre deux sommets indique ce lien entre eux. Dans le cas d’un graphe

représentant le réseau routier, si les croisements sont les sommets, les arcs pourront symboliser les routes qui

les relient. Dans le cadre de SmartGov, le graphe G peut prendre plusieurs formes :

— réseau routier : les nœuds correspondent à des intersections et n’ont pas d’information autre que leur

position géographique (figure 4.4a) ;

— grille : les nœuds sont davantage connectés et chaque nœud possède des informations spécifiques. Nous

pouvons imaginer ici que la grille représente un réseau de discussion entre usagers et où le nœud

représente un usager et les arcs ses connections avec d’autres usagers (figure 4.4b).

La fonction de poids ω permet d’affecter un vecteur de valeurs particulier à un arc ou un sommet. Par

exemple, dans le cadre d’un réseau routier, nous pouvons considérer la distance entre deux nœuds, le niveau

de congestion du tronçon avec le nombre de véhicules qui s’y trouvent, le temps nécessaire pour le parcourir à

la vitesse maximale autorisée. Il est aussi possible de définir un poids agrégeant n critères différents.

Dans le cadre d’un réseau de canalisations alimentant des maisons, la fonction de poids ω pourrait décrire

le débit de la section sur l’arc par exemple. Le nœud stockerait alors le nombre de foyers qui y sont rattachés.

4.4.2 Modèle de l’agent microscopique et son fonctionnement

L’agent microscopique anm est décrit par un automate à états fini déterministe paramétrable avec le tuple

suivant :

anm = 〈Σ, S, e0, F, δ〉 (4.2)
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dont la définition formelle sera donnée dans la partie suivante.

L’agent présent dans l’environnement est générique afin de décrire aussi bien une entité non humaine

qu’une entité humaine.

Nous avons imaginé que pour de nombreuses simulations, le décideur aura besoin de représenter des

usagers de la zone urbaine simulée afin d’évaluer l’impact de la politique sur leurs comportements. Une

représentation crédible de ces usagers donnera plus de sens à la politique urbaine produite. Dans SmartGov,

nous effectuons l’hypothèse forte que l’agent humain est rationnel et utilitariste. C’est pourquoi nous avons

prévu une modélisation générique des agents humains comme une extension de l’agent microscopique où

l’agent humain possède une personnalité propre que le distingue des autres.

Un agent humain anh est donc défini par le tuple suivant :

anh = 〈Σ, S, e0, F, δ, Pn〉 (4.3)

où Pn est la personnalité de l’agent humain. La suite de cette section décrit dans un premier temps comment

nous exploitons un automate à états finis pour décrire le comportement de l’agent dans le cadre de SmartGov

et comment sont représentés les agents ainsi que leur paramétrage. Puis, il sera enfin abordé l’utilisation et le

fonctionnement de la personnalité de l’agent.

Automate à états finis

Un automate est constitué d’états et de transitions entre ses états. Un état spécifique de l’automate décrit

donc les états qu’il peut atteindre en fonction de certaines conditions et ainsi qu’un comportement par défaut

si aucune condition n’est respectée.

Formellement [224], un automate fini est décrit par le quintuplet A = 〈Σ, S, e0, F, δ〉 où :

— Σ est un vecteur d’entrées décrivant les conditions des changements d’états ;

— S est un ensemble fini d’états ;

— e0∈ S représente l’état initial de l’automate ;

— F⊆ S représente l’ensemble des états finaux de l’automate ;

— δ est une fonction de transition entre les états où δ = I × Σ×A→ A (I l’ensemble des perceptions et

A l’ensemble des actions) ;

Dans le cas de SmartGov, l’automate correspond à une partie du processus décisionnel de l’agent, l’autre

partie étant définie par sa personnalité. Les transitions entre états décrivent des actions que l’agent effectue

sur son environnement et les états décrivent un comportement spécifique de l’agent.

Les conditions portées sur les transitions sont paramétrables (figure 4.5) pour que le décideur puisse

calibrer le comportement des agents présents dans sa simulation.

Considérons un emplacement de stationnement, noté emp. Sa réaction à l’environnement peut être décrit

par un automate à états finis simple. Il possède deux états : {libre, occupé}. Dans ce cas, l’emplacement

de stationnement réagit aux actions qu’un agent humain effectue sur l’emplacement par l’intermédiaire des

actions ENTRER et SORTIR (figure 4.5). L’état de l’automate n’est pas modifié si aucune action n’est effectuée.

50



4.4. Couche microscopique

L’automate est décrit par l’ensemble de ses états, les conditions permettant le changement d’état, la fonction

de transition, l’état initial et l’ensemble des états finaux. Par conséquent, l’automate de l’emplacement s’écrit :

Aemp = ({libre, occupé}, {ENTRER, SORTIR}, δemp, libre, {}) (4.4)

où δ est décrit par :

δemp(libre) =

⎧⎨
⎩occupé if anh ENTRER emp

libre otherwise

δemp(occupé) =

⎧⎨
⎩libre if anh SORTIR emp

occupé otherwise

Par exemple, la transition δ(libre) peut se lire comme l’emplacement passe de l’état libre à occupé si un

agent anh effectue l’action ENTRER sur cet emplacement.

libre

start

occupe

anh ENTRER emp

anh SORTIR emp

Figure 4.5 – Automate à états finis simple représentant le comportement d’un emplacement de stationnement.

Dans cet exemple, le décideur politique a donc la possibilité de paramétrer l’emplacement de stationnement

en spécifiant des transitions différentes. L’automate de l’emplacement ne dispose pas d’états finaux.

Fonctionnement interne d’un état de l’automate Dans l’instance de SmartGov, chaque agent a

son propre automate à états finis décrit de manière à être paramétrable par le décideur, ou à défaut un

intermédiaire connaissant le principe des automates. Par conséquent, le vecteur d’entrées Σ, utilisé pour

spécifier les conditions permettant le changement d’état, est décrit par le tuple :

Σ = 〈SΣ, IΣ, AΣ〉

où SΣ correspond à l’ensemble des structures prises en compte, IΣ l’ensemble des perceptions pertinentes et

AΣ l’ensemble des actions. Chaque état s ∈ S de l’automate décrit :

— l’ensemble de structures pertinentes dans cet état Ss ⊆ SΣ ;

— l’ensemble des perceptions pertinentes Is ⊆ IΣ ;

— l’ensemble des actions à considérer As ⊆ AΣ.

Le décideur décrit également le fonctionnement des capteurs de l’agent (distance de vue, capacités perceptives).
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Personnalité de l’agent

La personnalité correspond à la manière dont l’agent réagit aux perceptions de son environnement et

l’importance qu’il attribue à chacune d’entre elles.

La personnalité de l’agent humain anh, notée P
n, est défini par :

Pn = {(wi, ui, ci)|i ∈ In ⊆ I, wi ∈ R
+} (4.5)

où le tuple (wi, ui, ci) représente l’intérêt d’une perception i ∈ In avec :

— wi∈ R
+ le poids attribué à cette perception i ;

— ui: Λi → [v1; v2] la fonction d’utilité lié à la perception i ;

— ci∈ ({bonus, normal}, {normal,malus}, {bonus,malus}, {normal, normal}) est une caractéristique as-

sociées à la perception i parmi l’ensemble des combinaisons bonus/normal et malus/normal.

Le poids wi, associé à chaque perception i ∈ Ik, décrit l’importance que l’agent humain attribue à cette

perception. Plus la valeur du poids est petite, moins la perception i a d’importance pour l’agent.

Chaque agent humain possède un ensemble fini de perceptions Ik associées à certaines structures de

l’environnement. La fonction d’utilité ui(λi) définie la réponse de l’agent à la valeur de la perception i. Nous

appelons pire intervalle (respectivement meilleur intervalle) l’intervalle dans lequel l’utilité est la plus faible

(resp. la plus élevée) et égale à une valeur constante v1 (resp. v2) sur cet intervalle. Nous appelons transition

l’évolution de l’utilité entre ces deux intervalles avec une équation définie dans la fonction d’utilité u.

L’évolution de l’utilité dans la transition peut être linéaire (voir figure 4.6). Dans ce cas, l’évolution

de l’utilité est linéaire par morceaux. Les valeurs des meilleurs et pires intervalles détermine la direction,

croissante ou décroissante, de la fonction. Il est également possible de représenter l’évolution de l’utilité par une

fonction non-monotone en spécifiant des ensembles de meilleurs et pires intervalles. Dans ce cas, le décideur

doit spécifier l’utilité associer à chaque intervalle (pour un ensemble de valeurs croissantes a < b < · · · < f , il

est possible d’avoir une utilité de 1 sur l’intervalle [a, b], 0.2 sur l’intervalle [c, d], 1 sur l’intervalle [e, f ] et 0

sur l’intervalle [g, h] par exemple) Le choix de représentation dans ce chapitre présente un unique intervalle

dans le pire et meilleur cas.

Il est également possible de faire évoluer l’utilité de manière polynomiale (voir figure 4.7).

Le décideur est libre dans sa représentation de l’utilité. Il peut par exemple considérer un pire intervalle,

une transition vers le meilleur intervalle avec une fonction polynomiale suivi d’une nouvelle transition vers le

pire intervalle avec une fonction linéaire.

Les bornes du pire intervalle et du meilleur intervalle ainsi que leurs valeurs v1 et v2 sont arbitraires

et choisies par le décideur en fonction des données à sa disposition. La valeur dans le pire intervalle v1 est

toujours supérieure ou égale à 0. La valeur dans le meilleur intervalle v2 est toujours inférieure ou égale à 1

et toujours supérieure ou égale à v1. On vérifie donc les inéquations suivantes :

0 � v1 � v2 � 1

52



4.4. Couche microscopique

valeur perçue0 Borne
haute

Borne
basse

Meilleur

intervalle
Transition

Pire

intervalle
Utilité

0.5

1

Figure 4.6 – Évolution linéaire de l’utilité pour un agent humain d’une valeur perçue. Dans le meilleur intervalle,
entre 0 et a, l’utilité est de 1. Dans le pire intervalle, entre b et n’importe quelle valeur supérieure à b, l’utilité est de
0. Entre a et b, l’utilité de la structure décroit linéairement. Cela permet de représenter la réaction de l’agent à ses
perceptions.

valeur perçue0 a b

Meilleur

intervalle
Transition

Pire

intervalle
Utilité
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Figure 4.7 – Évolution polynomiale de l’utilité d’un agent humain pour une valeur perçue quelconque. Le polynôme
est paramétrable pour avoir une courbe représentant les attentes du décideur.

Si v1 est égale à v2 alors l’agent considère que l’utilité est identique quelle que soit la valeur perçue λi.

La caractéristique ci définie comment la perception est considéré lors du calcul du score et de la satisfaction

que nous aborderons ensuite. Par exemple, si la caractéristique à la valeur (bonus, normal) elle sera considérée

comme bénéfique dans le calcul du score et comme normal pour le calcul de la satisfaction.

Le poids ainsi que la fonction d’utilité sont définis par l’utilisateur de SmartGov. Les personnalités de
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différents groupes d’agents peuvent être paramétrées séparément pour concevoir une population d’agents

humains hétérogènes et observer des comportements variés.

À titre d’illustration, considérons notre agent humain qui souhaite trouver un emplacement de stationnement

dans son quartier. Dans notre modèle, il tient compte des trois perceptions suivantes :

— Le temps de recherche en secondes i1 ;

— La distance entre l’emplacement et la position cible, c’est-à-dire la longueur du trajet à pied en mètres

i2 ;

— Le prix en euros i3.

La personnalité pour cet agent est décrite par les fonctions d’utilité, poids et caractéristiques correspondants

aux perceptions {i1, i2, i3}. Elle est décrite par le décideur (tableau 4.1).

Table 4.1 – Description du tuple d’intérêt de l’agent pour les trois perceptions : temps de recherche, distance
entre emplacement et position cible et prix.

Intervalles Fonction
Perception Bornes Valeurs Poids d’utilité Caractéristiques

Pire Meilleur PireMeilleur
i1 [600] [0 :300] 0.2 1 0.75 affine bonus, malus
i2 [0 :250][450 :500] 0 1 1 affine normal, normal
i3 [0 :2] [3.5 :4] 0 1 0.5 exponentielle normal, normal

Le décideur choisit les valeurs à partir de données démographiques, de connaissances expertes ou autre.

Ici, le choix indique que, pour l’agent, le temps de recherche est une perception de l’environnement qui a plus

d’importance que le prix mais moins d’importance que la distance de marche. De plus, l’utilité la plus basse

liée au temps de recherche est de 0.2 par exemple.

Le décideur peut modifier tous les attributs lié à la construction de la personnalité d’un agent et de

l’intérêt pour chaque perception :

— Les bornes de chaque intervalle ;

— Les valeurs de chaque intervalle ;

— L’évolution de la transition entre ces intervalles ;

— Le poids associé ;

— La fonction d’utilité ;

— La caractéristique.

Ces valeurs pourraient être déterminées à partir d’algorithmes d’apprentissage automatique avec l’étude

des trajets de volontaires par exemple en imaginant une application de mobilité et de parkings où l’utilisateur

spécifie l’endroit où il stationne et son appréciation sur la disponibilité des emplacements par exemple.

Cette section introduit dans un premier temps la fonction de score σ déterminant les interactions de

l’agent avec l’environnement, puis la fonction de satisfaction ς pour évaluer l’impact de l’environnement sur

l’agent. Dans un second temps, nous verrons comment l’automate, les perceptions, la fonction de score et les

actions sont utilisées pour décrire le comportement de l’agent.
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Fonction de score σ Les agents présents dans SmartGov sont considérés comme utilitaristes et effectuent

donc l’action qu’ils jugent être la plus pertinente à chaque instant. La fonction de score évalue un ensemble

de perceptions liées à une action spécifique de l’environnement.

La fonction de score σ: In → [0; 1] attribue un score à partir des perceptions obtenues et de l’intérêt de

chacune d’entre elles, tel que :

σ(i1, . . . , in) = min

⎛
⎜⎜⎜⎜⎝

∑
i;ci,0=normal

wi × λSIi∑
i;ci,0=normal

wi

+

∑
i;ci,0=bonus

wi × λSIi

n∑
i=1

wi

, 1

⎞
⎟⎟⎟⎟⎠ (4.6)

où n est le nombre de perceptions considérés par l’agent humain. Les perceptions bonus signifient que leur

utilité ne peuvent qu’améliorer le score. Nous avons une partie des perceptions qui sont statiques et prises

en compte à chaque fois par l’agent pour le calcul du score et des perceptions dynamiques qui, lorsqu’elles

sont présentes, améliore le score. Par exemple, le temps de recherche peut être considéré comme bonus dans

la mesure où l’agent voit son score augmenter avec le temps de recherche qui augmente pour représenter

l’urgence qu’il a de trouver un emplacement satisfaisant.

Considérons l’exemple suivant où un agent perçoit i et i′ définis dans tableau 4.2.

Table 4.2 – Deux perceptions et leurs intérêts associés

Intervalles Fonction
Perception Bornes Valeurs Poids d’utilité Caractéristiques

Pire MeilleurPireMeilleur
i [0.75 :1] [0 :0.25] 0 1 1 affine normal, normal
i′ [0 :0.25] [1] 0 1 0.75 affine bonus, malus

Fonction de satisfaction ς À l’utilité, nous ajoutons la notion de satisfaction représentant le gain personnel

de l’agent humain à effectuer une action particulière.

La fonction de satisfaction ς: In → [0; 1] est construite de manière similaire à la fonction d’utilité et est

décrite de la manière suivante :

ς(i1, . . . , in) = max

⎛
⎜⎜⎜⎜⎝

∑
i;ci,1=normal

wi × λSIi∑
i;ci,1=normal

wi

−

∑
i;ci,1=bonus

wi × λSIi

n∑
i=1

wi

, 0

⎞
⎟⎟⎟⎟⎠ (4.7)

où n est le nombre de perceptions considérés par l’agent humain. Notons que les perceptions malus sont

soustraites au lieu d’être additionnées lors du calcul de la satisfaction et impactent négativement la satisfaction.

Par exemple, le temps de recherche est considéré comme malus. Si nous reprenons les perceptions précédentes,
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Figure 4.8 – Représentation du score à partir de équation (4.6) en fonction de deux perceptions i et i′ d’après la
personnalité de l’agent (tableau 4.2)

nous pouvons quantifier l’urgence de l’agent humain à trouver un emplacement de stationnement avec le

temps qui passe. Cependant, cela signifie également que l’agent rencontre des difficultés pour trouver un

emplacement de stationnement pertinent dans le quartier cible, ce qui conduit à une insatisfaction notamment

due au temps de recherche conséquent. Une satisfaction élevée indique que l’agent réagit positivement à son

environnement.

Ces deux notions, l’utilité et la satisfaction, sont les composantes de la personnalité de l’agent humain

(l’agent microscopique n’ayant pas de personnalité). Elles permettent de produire des populations hétérogènes

et propose les outils nécessaires pour que le décideur politique puisse facilement ajuster les agents humains et

observer des comportements spécifiques dans la simulation.

Reprenons l’exemple introduit dans la partie précédente avec un agent humain et deux intérêts i et i′

définis dans tableau 4.2.

La satisfaction évolue différemment de l’utilité figure 4.9.

L’usage de la satisfaction dépend des besoins du décideur et peut être utilisé pour modifier le comportement

de l’agent ou encore d’exprimer son retour sur l’environnement.

Impact du score et de la satisfaction sur l’agent La personnalité de l’agent est combinée avec

l’automate à états finis pour produire un agent paramétrable par le décideur. Dans ce paragraphe, nous

nous intéressons à l’utilisation de la fonction de score σ avec les perceptions de l’agent en fonction de l’état

de son automate. Lors de la description de l’automate à états finis, le décideur spécifie les actions As ∈AΣ

disponibles par état de l’agent. Chaque état de l’automate décrit un ensemble de structures à prendre en

considération. Certaines de ces actions sont liées aux structures actionnables tel que l’ensemble des actions

que peut effectuer l’agent dans l’état s est l’ensemble joint as = Ah
s0 × · · · ×Ah

sp où Ah
si est l’ensemble des

actions possibles pour la structure actionnable si, tel que as = 〈ahs1,1, ahs1,2, . . . , ahsn,p−1, a
h
sn,p〉. Pour chacune
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Figure 4.9 – Représentation de la satisfaction à partir de équation (4.7) en fonction de deux perceptions i et i′ d’après
la personnalité de l’agent (tableau 4.2)

de ces actions, l’ensemble des perceptions pertinentes pour évaluer une action est renseigné par le décideur.

Ainsi, pour une action quelconque ahsi,j , l’ensemble des perceptions à prendre en compte est Ihsi . L’agent

calcule donc le score σ(Ihsi) de l’action ahsi,j pour chacune des actions possibles dans cet état. Il hiérarchise

ensuite les actions à partir de leur score et effectue l’action avec le plus haut score avec une probabilité égale

au score calculé pour cette action. Il a une probabilité d’effectuer la première action, sinon il a une probabilité

d’effectuer une seconde action. Dans le cas où il n’effectue aucune des actions pour lesquelles l’agent a calculé

un score, il effectue l’action par défaut défini dans son automate.

Considérons un agent dans un état 1 et la possibilité de transiter vers les 2, 3 ou 1 (action par défaut).

Lorsqu’un état a plus de deux transitions, celles-ci sont hiérarchisées en fonction de leur importance pour

l’agent. Considérons trois actions a1, a2, a3 dans l’état courant de l’agent avec a1 et a2 deux actions liées à

des structures actionnables et une action par défaut a3. Il calcule le score de a1 avec les perceptions Ih1 tel

que σ(Ih1 ) = 0.8 et le score de a2 avec les perceptions Ih2 , σ(I
h
2 ) = 0.85. L’action a2 à un score plus élevé que

a1 et est considérée en premier. L’agent effectue donc l’action a2 avec une probabilité de P(a2) = σ(Ih2 ) et

une probabilité de faire l’action a1 P(a1) = (1− P(a2))σ(I
h
1 ). Enfin, il effectue l’action par défaut a3 avec

une probabilité de P(a3) = (1− σ(Ih1 ))(1− σ(Ih2 ). Soit pour un nombre quelconque d’actions hiérarchisées et

ordonnées P(an) = Πi<n(1− σ(Ihi )).

La fonction de satisfaction est utilisée pour déterminer si l’agent est globalement satisfait de son envi-

ronnement et, par conséquent, de la politique actuellement éprouvée. La satisfaction peut être utilisée pour

représenter l’usure de l’agent humain face aux décisions politiques. Si cette satisfaction est faible pendant un

certain temps, l’agent humain envisage de nouvelles alternatives (par exemple chercher du covoiturage plutôt

que venir payer un emplacement de stationnement trop cher tous les jours). La satisfaction est un outil à

disposition du décideur pour structurer l’évolution de l’agent par rapport à son environnement.

57



Chapitre 4. Conception de politiques urbaines avec SmartGov

Objectifs de l’agent La description du ou des objectifs de l’agent microscopique est associée à l’ensemble

des états finaux de l’automate. Dans le cas où l’ensemble des états finaux est vide, l’agent suit son automate

pendant toute la durée de la simulation. Dans le cas où l’agent possède plusieurs états finaux, il suit

les transitions de son automate jusqu’à atteindre l’un d’entre eux en fonction de ses interactions avec

l’environnement.

La personnalité de l’agent sert également à déterminer son comportement vis-à-vis de sa recherche de

l’ensemble des états finaux. Dans notre exemple, l’objectif de l’agent est de trouver un emplacement de

stationnement pertinent pour lui. Cependant, si sa probabilité de se garer est toujours nulle, dû, par exemple,

à des tarifs trop élevés, alors l’agent ne sera pas en mesure d’atteindre son état objectif.

4.4.3 Co-construction de la boucle sensorimotrice de l’agent microscopique

Cette section introduit la représentation générique de la boucle sensorimotrice de l’agent microscopique

dans SmartGov. Nous verrons ainsi en détail comment le décideur dote l’agent de capteurs et d’actionneurs et

comment ceux-ci sont utilisés avec la description de l’automate à états finis pour évoluer dans l’environnement.

Gestion des perceptions pour les agents microscopiques

Le décideur décrit et paramètre les capteurs de l’agent microscopique de la manière suivante :

— à travers la description des structures à considérer pour chaque état de son l’automate ;

— avec l’ajout de capteurs spécifiques.

De plus, chaque capteur définit un ensemble de caractéristiques liées à la manière de percevoir (distance de

vue, cône de vue, perception globale ou locale).

Chaque état s ∈ S de l’automate dispose d’un ensemble de capteurs, pouvant être les mêmes pour tous

les états ou différents. Par défaut, les capteurs de l’agent perçoivent uniquement les informations liées aux

structures mentionnées pour chaque état. Le décideur peut choisir de retirer un capteur, dans ce cas l’agent

ne perçoit plus une partie ou la totalité d’une structure dans un état donné.

Considérons que l’automate de l’agent i soit constitué de deux états s1 et s2 et que l’environnement est

décrit par l’ensemble des structures, S = {S1,S2}. L’état s1 considère les structures de l’ensemble S1 et

l’agent i dispose de capteurs sur avec un ensemble IS1 de perceptions sur ces structures. À chaque pas de

temps où l’agent i est dans l’état s1, les perceptions pertinentes sont l’ensemble des perceptions liées aux

structures de S1. Si l’ensemble des structures pour un état donné est vide alors l’agent utilise son état interne

pour déterminer les transitions de changement d’état.

Ainsi, l’automate détermine le type de structures que l’agent doit percevoir dans l’environnement mais sa

position dans le graphe détermine un sous-ensemble de perceptions accessibles sur l’ensemble des structures

qu’il doit observer. Dans notre cas, l’agent perçoit la totalité des emplacements sur le tronçon de route où il

est présent (dans la mesure où ces tronçons représentent des lignes droites de 250 mètres, l’hypothèse que

l’agent perçoit la totalité des emplacements associé au tronçon de route est réaliste).
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Fonctionnement des actions pour les agents microscopiques

À partir de l’ensemble des perceptions obtenues, l’agent va pouvoir choisir des actions à effectuer en fonction

de sa personnalité, de l’état de son automate. Les actions possibles sont déterminées par les actionneurs que

le décideur lui ajoute.

L’ensemble d’actionneurs est :

— propre à l’agent ;

— lié aux structures actionnables mentionnées dans son état.

Le nombre d’actions que l’agent peut effectuer à chaque pas de temps est fini.

Une structure actionnable par un agent microscopique décrit les actions disponibles et leurs conséquences

lorsque l’agent les effectue. L’emplacement est un exemple de structure actionnable où lorsque l’agent effectue

l’action ENTRER (figure 4.5), l’emplacement modifie sa structure interne pour renvoyer la perception occupé

aux autres agents microscopiques.

Par défaut, un agent microscopique dispose d’un actionneur pour chaque action d’une structure actionnable

mentionnée dans son automate à états finis.

Les structures actionnables peuvent donc ajouter des actions supplémentaires par rapport à l’automate mais

celles-ci ne sont connues que par le décideur. Le décideur choisit la manière dont les structures actionnables

sont utilisées par les agents. En effet, il peut choisir d’interdire que les agents microscopiques utilisent une

certaine action sur cette structure par exemple. Ou qu’une personnalité spécifique ne puisse jamais réaliser

une action particulière sur la structure.

Considérons notre emplacement on-street (figure 4.5). Deux actions peuvent être effectuées sur cet empla-

cement : se garer, ou quitter l’emplacement (action SORTIR). En fonction de l’état interne de l’emplacement,

c’est-à-dire s’il est occupé ou libre, une des deux actions est disponible à un moment donné. La possibilité

d’effectuer une action est également soumise à des contraintes spécifiques. Par exemple, un emplacement

occupé propose uniquement l’action SORTIR. Cependant, seul l’agent actuellement stationné sur la place à la

possibilité d’effectuer l’action SORTIR, les autres agents percevant cet emplacement ne pouvant pas effectuer

d’action dessus.

4.4.4 Utilisation de l’exemple de motivation pour construire la couche micro-

scopique

Les trois précédentes sections ont permis de décrire formellement la couche microscopique avec l’envi-

ronnement et les agents évoluant dans cet environnement. Avec la description de la fonction de score σ et

la fonction de satisfaction ς, nous avons décrit en détail le comportement générique d’un agent humain anh.

L’agent microscopique, qui ne dispose pas de personnalité, utilise uniquement la description de son automate

pour réaliser ses changements d’états. À titre d’illustration, ces descriptions formelles sont instanciées ici pour

l’exemple introduit au début de ce chapitre (section 4.2.3), ce qui nous permet de mieux détailler certains

aspects de la couche microscopique associée, et d’en donner une image la plus complète possible. L’exemple

suivant représente donc des agents humains évoluant dans une zone urbaine avec un automate décrivant une
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journée type d’un travailleur se rendant à son lieu de travail (navetteur).

Instance de l’environnement

Dans un premier temps, il est nécessaire de représenter les structures qui composent l’environnement et

visible humainement : des emplacements de stationnements et des bâtiments. L’ensemble S des structures

de l’environnement à considérer est S = {Semp,Sbat} où Semp est l’ensemble fini des emplacements de

stationnements considérés et Sbat est l’ensemble fini des bâtiments. Les différentes structures sont décrites

par un ensemble de caractéristiques, par exemple leur type : type des emplacements de stationnements, noté

TSemp
= {off-street, on-street} et type de bâtiments TSbat

= {residential, leisure, work-office}.
Les capteurs disponibles pour les agents humains sont définis par le décideur politique pour chaque état

de l’automate. Les perceptions associées sont utilisées avec la personnalité de l’agent pour calculer le score

des structures qu’il perçoit dans l’environnement, ce qui définit la probabilité d’effectuer des actions et guide

donc le comportement de l’agent.

Dans cet exemple, le décideur considère les informations suivantes :

— la distance à vol d’oiseau entre l’emplacement de stationnement et son objectif (ici représenté par son

lieu de travail), exprimé en mètres ;

— le prix par heure de l’emplacement de stationnement, exprimé en euros ;

— le temps de recherche d’une place, exprimé en secondes.

Il est également possible d’utiliser les vraies distances à pied, cependant nous utilisons l’approximation

par la distance à vol d’oiseau pour gagner du temps sur le calcul. Cela fournit l’ensemble des perceptions

I = {id(s,s′), ip(s), i(r)}. Pour cet exemple, l’objectif de l’agent humain est de suivre une journée où il part de

chez lui, se rend à son lieu de travail, travaille et revient chez lui. Pour se rendre à son lieu de travail, l’agent

doit trouver un emplacement de stationnement s′ ∈ Semp satisfaisant, c’est-à-dire un emplacement dont le

score renvoie une probabilité suffisamment élevée pour qu’il puisse se stationner.

Le réseau de l’environnement représente un réseau routier où les nœuds correspondent à des intersections,

et les arcs aux tronçons routiers reliant chaque intersection. La fonction de poids ω est définie ici comme la

longueur en mètres du tronçon routier. L’agent, lorsqu’il circule sur un tronçon, est en mesure de percevoir

les informations qui lui sont associées (emplacements et les lieux de travail).

Le décideur créé une instance d’environnement à partir de l’ensemble des structures, de la description du

réseau et des perceptions disponibles. Les agents microscopiques présents dans l’environnement vont interagir

avec celui-ci avec leur automate à états finis décrivant leur boucle sensorimotrice.

Génération d’une population humaine

Pour produire des agents microscopiques satisfaisants pour l’instance d’environnement ci-dessus, le décideur

propose un automate à états finis (figure 4.10) de manière à décrire le comportement d’usagers navetteurs

dans une ville.

Le pré-requis pour concevoir l’agent dans SmartGov est donc de connaitre le principe des automates à états

finis et d’être capable d’injecter les compétences métiers nécessaires à l’étude d’une politique particulière, pour
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produire des agents représentatifs pertinents. La conception d’un tel automate nécessite soit de disposer de

données réelles, soit de s’inspirer de formalismes existant dans la littérature (par exemple : COSMODRIVE 2

pour modéliser l’activté de conduite automobile ou encore les modèles exploitant la fouille de workflow comme

le workflow mining ou le process mining pour représenter des comportements). L’expertise humaine est

nécessaire pour construire et interpréter les modèles et/ou les données à disposition du décideur. Il adapte

ensuite les connaissances extraites avec le modèle de l’automate à états finis. En fonction de ses besoins,

l’automate peut évidemment être plus complet. Le décideur peut choisir d’ajouter un état entre le moment

où l’agent stationne son véhicule et prend des transports en commun par exemple.

Dans le cadre de notre étude de politique tarifaire, l’automate utilisé dans SmartGov pour représenter la

recherche d’emplacements de stationnement d’un actif de la ville un jour de travail est le suivant :

Aan
h
= ({Repos,NavetteRT,NavetteTR,Recherche, Travail}, {h(t), vtr, vre, spot}, δ, Repos, {})

où le vecteur d’entrées contient :

— h(t) l’heure du système ;

— spot un emplacement de stationnement ;

— vtr distance au lieu de travail ;

— vre distance à la résidence.

et tel que δ est défini par :

δ(Repos) =

⎧⎨
⎩NavetteRT si h(t) ≥ 8h00 est vraie,

Repos sinon

δ(NavetteRT) =

⎧⎨
⎩Recherche si vp ≤ 250 est vraie,

NavetteRT sinon

δ(NavetteTR) =

⎧⎨
⎩Repos si re = 0 est vraie,

NavetteTR sinon

δ(Recherche) =

⎧⎨
⎩Travail si spot = satisfaisant est vraie,

Recherche sinon

δ(Travail) =

⎧⎨
⎩NavetteTR si h(t) ≥ 18h00 est vraie,

Travail sinon

L’état initial e0 est Repos où l’on considère que l’agent est chez lui au début de la simulation. Il reste dans

cet état tant qu’il n’est pas 8h et se rend à son lieu de travail après cette heure (état NavetteRT ). Lorsqu’il

est à moins de 250 mètres de son lieu de travail (le calcul du plus court chemin entre l’entrée de l’agent

2. Lien vers le cosmodrive au LESCOT
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Reposstart NavetteRT Recherche

TravailNavetteTR

h(t) < 8h00

h(t) ≤ 8h00 vtr > 250

vtr ≤ 250

spot 	= satisfaisant

spot = satisfaisant

h(t) < 18h00

h(t) ≥ 18h00

vre > 0

vre = 0

Figure 4.10 – Cet automate à états finis représente donc la routine quotidienne d’un navetteur les jours de semaine.
L’état initial est Repos et il n’existe pas d’état final, le comportement boucle en fonction de l’heure de la simulation.

dans la simulation par son point d’entrée et une intersection la plus proche possible de son lieu de travail), il

Recherche et évalue les emplacements de stationnement qu’il perçoit. La transition (spot = satisfaisant)

correspond à un emplacement pour lequel l’utilité a permis à l’agent de considérer cet emplacement comme

pertinent. Sinon, tant que l’agent ne trouve pas d’emplacement pertinent, il reste dans l’état Recherche. Une

particularité ici, est que le comportement interne dans l’état Recherche indique que s’il passe plus de 20

minutes à chercher un emplacement on − street, il stationne dans un emplacement off − street et à une

satisfaction très faible. Une fois un emplacement trouvé, il entre dans l’état Travail jusqu’à 18h où il rentre

chez lui avec l’état NavetteTR.

Pour déterminer la manière dont un agent humain évalue les emplacements de stationnement perçus,

le décideur politique paramètre les personnalités des agents. Il peut créer des profils d’agents humains en

définissant des agents ayant différentes fonctions d’utilité. Dans notre exemple, on peut paramétrer les poids

de la fonction d’utilité en créant différents ensembles d’agents (tableau 4.3). Par exemple, le profil normal

considère qu’un emplacement situé à moins de 250 mètres de son lieu de travail à une utilité de 1 et de 0 s’il

est situé à plus de 500 mètres. Après le choix d’une caractéristique {bonus,malus}, il considère également

que plus le temps de recherche augmente, plus le besoin de se garer est fort. Cependant, il est moins satisfait

de la disponibilité des emplacements en ville.
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Ces profils sont ensuite distribués suivant une distribution gaussienne en fonction des répartitions de profils

dans une population (tableau 4.4). Ces profils sont un exemple de ce qui peut être collecté automatiquement

avec la Smart City, via des applications dédiées par exemple. Ici, ces données sont construites de manière

arbitraire en s’intéressant à des profils grossiers [1] pour exprimer des populations hétérogènes sensiblement

différentes. La distribution de ces profils, par exemple la population pNRcorrespond à un fragment de la zone

urbaine où il existe une majorité de profils normaux (60%), une partie de gens impatients (20%) et quelques

profils écologiques et économes (10% chacun). Ces données peuvent, par exemple, être collectées par des

enquêtes et des sondages [245].

Table 4.3 – Les quatres profils d’agents humains et les poids de leur fonction d’utilité

Intervalles Fonction
Perception Profil Bornes Valeurs Poids d’utilité Caractéristiques

Pire MeilleurPireMeilleur
id(s,s′) Normal [500 :1000] [0 :250] 0 1 1 affine normal, normal

id(s,s′) Économe [500 :1000] [0 :250] 0 1 0.5 affine normal, normal

id(s,s′) Écologiste [1000] [0 :500] 0 1 1 affine normal, normal
id(s,s′) Impatient [350 :1000] [0 :250] 0 1 0.2 affine normal, normal
ip(s) Normal [3.5 :4] [0 :2.5] 0 1 1 affine normal, normal

ip(s) Économe [2.5 :4] [0 :1.5] 0 1 1 affine normal, normal

ip(s) Écologiste [4] [0 :2.5] 0 1 0.5 affine normal, normal
ip(s) Impatient [4] [0 :2.5] 0 1 0.2 affine normal, normal
i(r) Normal [600] [0 :300] 0 1 1 affine bonus, malus

i(r) Économe [600] [0 :300] 0 1 0.5 affine bonus, malus

i(r) Écologiste [600] [0 :300] 0 1 0.5 affine bonus, malus
i(r) Impatient [150 :600] [0 :100] 0 1 1 affine bonus, malus

Table 4.4 – Trois populations créées à l’aide des profils de tableau 4.3 pour avoir des comportements
hétérogènes

Profils (%)

Pop Nor Écol Écon Imp

pNR 60 20 20 0
pNCE 50 20 20 10
pN 100 0 0 0

À partir de l’ensemble de ces caractéristiques, les agents humains ont désormais un comportement et une

personnalité. Les perceptions disponibles pour l’agent humain décrivent sa boucle sensorimotrice ainsi que

des objectifs à satisfaire dans l’environnement avec une description paramétrable de leur fonctionnement.

À partir de cet exemple, la boucle microscopique du modèle est construite et les agents humains peuvent

évoluer sur une instance spécifique d’environnement (figure 4.11). Il est maintenant nécessaire d’introduire

63



Chapitre 4. Conception de politiques urbaines avec SmartGov

? ?

Figure 4.11 – Plusieurs agents cherchent un emplacement de stationnement satisfaisant en fonction de leurs perceptions
pour se rendre à leur lieu de travail.

une autre dimension permettant de gérer les actions politiques appliquées sur la ville.

Modèle de déplacement

Notre scénario d’étude évalue une problématique de mobilité et nécessite des agents capables de se déplacer.

Cependant, il est possible d’envisager des scénarios où la mobilité des agents n’est pas requise.

Par exemple, si le graphe G représente un ensemble de canalisations alimentant des maisons, les agents

représentant des maisons sont immobiles et agissent sur l’arrivée d’eau. Il est également possible d’envisager

que les agents représentent les fluides et les maisons des structures par exemple. Les choix de modélisation

des agents et des déplacements reposent sur les besoins spécifiques du décideur qui n’est pas contraint en

utilisant SmartGov.

Pour l’instance choisie, nous représentons le graphe G comme un réseau routier où ω représente la longueur

d’un tronçon routier entre deux nœuds. Les agents vont ainsi chercher à trouver le chemin entre deux positions

distantes (par exemple la distance entre la résidence et le lieu de travail) qui minimise la distance à parcourir.

Il est possible d’envisager que ω corresponde à d’autres critères, comme la durée de parcours du tronçon

auquel cas la recherche concernerait le trajet le plus rapide, ou la densité du tronçon et la durée du parcours,

où l’agent cherchera un trajet qui minimise le trafic.

Nos agents utilisent l’algorithme de parcours de plus court chemin A* [93], une extension de l’algorithme

de Dijkstra [66].

Afin de représenter un déplacement réaliste, la vitesse de déplacement est calculée avec le modèle de

Gipps [86], permettant une adaptation dynamique de la vitesse du véhicule en fonction de son voisinage.
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4.4.5 Conclusion

Les sections précédentes ont présenté de manière générique la couche microscopique de l’architecture

SmartGov. Cette couche décrit formellement l’environnement et les agents microscopiques qui interagissent

avec. Une instance de la Couche Usagers est une simulation multi-agents sur laquelle les agents humains vont

agir en fonction de leur description : l’automate à états finis définissant leur comportement par rapport au

cadre d’étude choisi, et leur personnalité. À partir de ces éléments, le décideur peut déjà observer la simulation

et tester une politique spécifique, en appliquant des actions modifiant les structures de l’environnement et

impactant les comportements individuels.

Les agents impactent l’environnement via leurs interactions avec les structures. Il est nécessaire d’effectuer

plusieurs simulations afin de pouvoir en donner une interprétation moyennée satisfaisante et avoir des résultats

pertinents.

Il semble que dans de nombreux cas, le décideur politique aimerait pouvoir observer l’impact d’actions

particulières sur le comportement des agents et donc sur l’environnement. Pour observer cet impact, une

approche consiste à adopter un processus itératif par essais et erreurs autour d’actions politiques. Par

conséquent, nous proposons une couche supplémentaire ayant pour objectif de simuler le processus même

d’élaboration de la politique. Nous allons cette fois représenter et gérer la politique c’est-à-dire le choix

des actions, leur calibrage, leur application ensuite sur la couche microscopique, et observer l’impact sur

l’environnement et les agents humains. Le décideur a ainsi la possibilité de répéter ce processus pour

progressivement affiner les actions effectuées.

4.5 Couche macroscopique

La couche macroscopique correspond à la couche décisionnelle de SmartGov, responsable de l’élaboration

et de la validation des politiques urbaines. La couche microscopique repose sur la description du réel avec

l’environnement et les agents, alors que la couche macroscopique s’occupe de l’élaboration d’une politique et

des actions à effectuer.

Cette partie introduit le Gestionnaire de Politiques (GDP) : il s’agit du deuxième simulateur multi-agents

de SmartGov qui interagit avec le simulateur de la Couche Usagers. Il comprend un environnement H ainsi

qu’une population d’agents appelés agents politiques Np, qui interagissent avec l’environnement de la couche

microscopique. L’objectif de la couche macroscopique est de permettre à une population d’agents politiques

de décider des meilleures actions à mener sur les structures locales de l’environnement simulé. Ainsi, il est

possible de faire émerger, au niveau global, des comportements des agents microscopiques s’adaptant et

permettant d’affiner ces actions proposées afin de satisfaire l’objectif recherché par le décideur. Selon la durée

de la simulation, différentes actions politiques vont s’enchâıner pour faire évoluer la politique urbaine initiale.

Nous appellerons désormais action politique toute action menée par l’agent politique dans le cadre d’une

politique donnée.

L’environnement de la couche du gestionnaire de politiques est représenté par l’ensemble des structures de

la couche microscopique. La figure 4.12 montre comment la couche macroscopique exploite les structures
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Environnement

Microscopique Macroscopique

Figure 4.12 – L’environnement de la couche microscopique représente une instance simulée de la zone urbaine. Le
gestionnaire de politiques construit son environnement à partir des éléments de la couche microscopique.

pour créer son propre environnement. Ici, la structure concernée est un front de rue, composé d’un ensemble

d’emplacements. Le gestionnaire de politiques ne dispose d’aucune information à part l’état des emplacements

(libres ou occupés).

On parle donc ici du couplage de deux simulateurs : l’un simulant les usagers évoluant dans l’environnement,

l’autre simulant des actions sur l’environnement qui vont impacter les comportements des usagers. Dans la

section suivante 4.5.1, nous présentons le modèle formel du gestionnaire de politiques. La section 4.6 présente

ensuite plus en détails le formalisme de politique élaboré, puis nous expliquons comment se fait le couplage

entre les 2 simulateurs (section 4.7).

4.5.1 Gestionnaire de politiques

L’environnement de la couche macroscopique, appelé gestionnaire de politiques H, est défini par le tuple

suivant :

H = 〈IH, RH, A,Np〉 (4.8)

où :

— IH⊆ I est un ensemble fini de perceptions de l’environnement de la Couche Usagers ;

— RH un ensemble fini de représentations d’environnement construit à partir de l’agrégation de perceptions

de IH ;

— AH un ensemble fini d’actions politiques disponibles pour le gestionnaire de politiques ;

— Np un ensemble fini d’agents politiques.
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Toutes les perceptions I sont initialement décrites lorsque l’environnement est construit. Ainsi, l’ensemble

fini des perceptions IH est un sous-ensemble des perceptions déjà présentes dans l’environnement et est utilisé

pour créer les états du gestionnaire de politiques.

Extension des structures

Nous avons introduit la structure comme toute entité présente dans la couche microscopique. Les structures

sont utilisées dans la couche macroscopique pour décrire l’ensemble fini de représentations d’environnementsRH.

En effet, nous augmentons la définition d’une structure en ajoutant deux ensembles :

— l’ensemble des perceptions Ipi ⊆ I que les agents politiques peuvent percevoir sur la structure si ∈ S ;

— l’ensemble des actions politiques Ap ⊆ AH disponibles pour les agents politiques.

Ces ensembles peuvent être vides. Une structure possédant un ensemble d’actions politiques est dite actionnable

par l’agent politique.

La structure est désormais décrite par le tuple suivant :

si = 〈t, Ihi , Ah
i , I

p
i , A

p
i 〉 (4.9)

L’intérêt de cette représentation repose sur une unique description des structures composant la couche

microscopique et la couche macroscopique vient s’interfacer avec. Les structures font donc le lien entre une

description des perceptions et des actions pour les agents microscopiques et permet à la couche du gestionnaire

de politiques de décrire l’ensemble des représentations de son propre environnement.

4.5.2 Introduction au modèle de l’agent politique

L’ensemble des agents politiques est Np= {a1p, a2p, . . . , aMp }, M ∈ N.

Un agent politique amp est défini par le tuple suivant :

amp = 〈Sm
p , I

m
p , A

m
p , ρ

m
p 〉 (4.10)

où :

— Sm
p ⊆ S décrit un ensemble fini de structures pour lesquelles l’agent est en mesure de percevoir Imp ⊆ IH

perceptions ;

— Am
p ⊆ A décrit l’ensemble fini des actions disponibles sur les structures Sm

p ;

— ρmp : Imp × Am
p → Am

p est une fonction de décision pour choisir l’action correspondant au vecteur de

perceptions fourni par l’environnement.

Les agents politiques sont distribués sur l’environnement : ils sont responsables d’une zone urbaine

restreinte et appliquent des actions locales sur les structures pour augmenter les performances locales et

globales. Une problématique dans le cadre de la couche macroscopique est la répartition pertinente des agents

politiques sur l’environnement. Un autre point est la modélisation pertinente de l’agent politique pour qu’il
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soit capable de s’adapter à n’importe quelle couche microscopique. C’est une autre contribution de la thèse,

détaillée dans le chapitre 6.

4.5.3 Fonctionnement

Par analogie avec les agents humains, les agents politiques ont également une boucle sensorimotrice.

L’ensemble des perceptions IH représente la totalité des capteurs d’un gestionnaire de politique et AH
représente la totalité de ses actionneurs. Ses capteurs et actionneurs sont fournis à la population d’agents

politiques. Les actionneurs du gestionnaire de politiques ne peuvent modifier que la partie commune entre

l’environnement E et le gestionnaire de politiques H, soit l’ensemble SH ⊆ S. Par conséquent, la couche du

gestionnaire de politiques ne peut pas directement changer les paramètres des agents humains mais peut, à

travers différentes actions politiques, encourager des changements de comportement. Une politique qui va

dans ce sens est appelée politique incitative. Une politique incitative doit être liée à un objectif, comme la

diminution de la pollution de l’air. Cependant, les changements de comportements doivent avoir été envisagés

au préalable dans l’automate à états finis, pour pouvoir se manifester dans la simulation. Par exemple, un

agent qui ne souhaite plus utiliser la voiture doit disposer d’autres moyens de transports plus propres pour

satisfaire sa personnalité.

Parmi les structures actionnables par les agents politiques, nous trouvons une catégorie particulière de

structure pour laquelle certaines perceptions sont à la fois perçus par l’agent humain et modifiable par l’agent

politique. L’action politique α : Λ → Λ avec α(sλi
) = sλ′

i
représente la modification d’une valeur spécifique

d’une perception i par l’action α sur la structure s.

4.5.4 Conclusion

La couche du gestionnaire de politiques présente un formalisme pour créer une instance de gestionnaire

de politiques dont la tâche est de distribuer une population d’agents politiques pour éprouver des actions

politiques et construire des politiques urbaines pertinentes. La construction d’une instance de gestionnaire de

politiques repose sur le choix d’une fonction de décision pour une bonne application des actions politiques.

La description des deux couches étant générique, il est nécessaire de disposer de méthodes auto-adaptatives

pour construire les politiques urbaines. Le fonctionnement de cette couche est créée automatique à partir

de la description, par le décideur, de l’environnement microscopique. Ainsi, le processus itératif d’essai de

politiques est réalisé par les agents politiques et permet au décideur d’intervenir sur la co-construction à

plusieurs niveaux que nous allons aborder dans la section suivante. La fonction de décision ρmp de l’agent

microscopique n’est pas décrit dans ce chapitre mais sera abordé dans la section 6.3 et un exemple concret

est disponible avec le chapitre Expérimentations (chapitre 7).
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4.6 Modèle de politique

Le principal atout de notre système est de permettre aux décideurs de tester une politique urbaine sans

avoir à la mettre en œuvre dans la réalité, avec les moyens coûteux que cela peut engendrer. Notre objectif est

ainsi de visualiser directement les conséquences d’une politique et d’en étudier la validité sur la modélisation

réaliste de l’environnement qui a été faite.

Dans cette section, nous proposons de décrire les outils mis à disposition du décideur pour interagir

avec l’outil de simulation SmartGov. Le décideur définit d’abord les paramètres de son environnement

(section 4.6.1), il a ensuite le choix entre différents types de simulation, selon l’objectif recherché (section 4.6.2).

Nous illustrons enfin le modèle proposé sur l’exemple de motivation de tarification des places de stationnement.

4.6.1 Paramètres pour la modification de politiques

Pour permettre au décideur politique d’interagir avec SmartGov, nous proposons de décrire quatre

paramètres :

1. Le périmètre environnemental ψ ;

2. Le domaine d’action ϕ ;

3. L’indicateur de performance φ ;

4. L’horizon de temps H.

Le périmètre environnemental Il est défini par le tuple :

ψ = 〈G, I,S, N〉 (4.11)

où :

— G est un graphe ;

— I les perceptions disponibles ;

— S un ensemble de structures ;

— N est un ensemble d’agents microscopiques concernés par les actions politiques.

et décrit le périmètre sur lequel la politique va être appliquée. Dans un souci de réalisme, ou si on a le besoin

d’intégrer une zone urbaine plus grande, le décideur politique a la possibilité de décrire une plus grande couche

microscopique que celle utilisée pour construire une politique. Il utilise dans ce cas ψ pour décrire uniquement

l’espace concerné par des actions politiques. Cette zone peut être continue dans l’espace ou fragmentée.

L’ensemble d’agents microscopiques N ⊆ Nh correspond à des agents sensibles aux actions politiques (par

exemple des structures modifiées par des actions politiques). Le décideur peut ainsi envisager une population

directement concernée par l’action politique ou plus sensible aux modifications de l’environnement.

Le domaine d’action Le décideur définit un ensemble de domaines d’action où un domaine d’action ϕ,

définit pour chaque action α de chaque structure la probabilité qu’elle soit utilisée dans l’environnement. Le
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domaine d’action s’exprime avec ϕ : A× S → [0; 1], où le domaine d’action appliqué à la structure s ∈ S est

ϕ(s) = {(αi, p(αi))|αi ∈ A, p(αi) ∈ [0; 1]}

où αi décrit une action et p(αi) la probabilité de faire cette action. En utilisant ces probabilités, le décideur peut

choisir d’autoriser ou d’interdire certaines actions sur l’environnement ou d’en limiter le nombre d’utilisations

pour favoriser d’autres actions politiques. Ces probabilités ont un impact sur les actions des agents locaux et

sur leur automate à états finis. En effet, lorsqu’un agent politique perçoit une structure, il peut par défaut

effectuer la totalité des actions Ap disponibles pour une structure.

L’indicateur de performance L’indicateur de performance φ est une fonction φ : RH → R pour évaluer

la pertinence d’une représentation rH ∈ RH du gestionnaire de politiques. Le décideur politique mentionne

plusieurs objectifs et leurs poids associés pour décrire une fonction mono-objectif. La modification des poids

à un impact sur la solution proposée par SmartGov. Par exemple, le décideur peut considérer comme pour

améliorer la circulation en centre-ville, son indicateur de performance est le débit de voitures par tronçon. Il

peut également considérer à la fois le débit de voitures et la vitesse moyenne en spécifiant l’importance de

chaque critère dans sa fonction objectif. Le choix d’une fonction objectif mono-critère simplifie la recherche

de solutions pour la production de politiques à destination du décideur.

L’horizon de temps Le décideur définit un horizon de temps H permettant de spécifier la période sur

laquelle les politiques urbaines vont être testées et éprouvées. Plus l’horizon de temps est grand, plus la

politique subira les divergences avec la réalité, à cause de la difficulté de prédire et anticiper le futur. Un

horizon de temps court peut être utilisé pour prévoir une mise à jour régulière des données et ainsi produire

des politiques urbaines en continu, corrigées par l’apport de données.

4.6.2 Définitions des interactions entre le décideur et SmartGov

Pour faciliter la compréhension du processus d’interactions, nous proposons les définitions suivantes

relatives aux politiques urbaines liées à SmartGov :

Définition 1 Une politique urbaine représente l’application d’un ensemble ordonné d’actions sur l’envi-

ronnement pendant un certain temps afin de satisfaire les objectifs visés.

Comme mentionné précédemment, les décideurs peuvent co-construire des politiques urbaines avec l’outil

de simulation, qu’ils utilisent avec des attentes différentes, en fournissant une entrée E pouvant prendre l’une

des formes suivantes :

1. une simple analyse de l’environnement ζ ;

2. des objectifs spécifiques O ;

3. une politique urbaine P.

Nous définissons maintenant chaque type d’entrée que le décideur peut utiliser dans SmartGov.
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Définition 2 Une analyse d’environnement ζ = 〈ψ, φ,H〉 est définie par un périmètre environnemental ψ,

des indicateurs de performances φ à évaluer et un horizon de temps H.

Une analyse d’environnement ζ crée un état initial à partir des structures spécifiées. Cependant, ζ ne permet

pas de tester des politiques mais uniquement d’observer que le comportement des agents et l’environnement

soient cohérents. L’objectif d’une analyse d’environnement est de permettre la visualisation et l’évaluation de

l’environnement et des agents humains à partir des données fournies, par exemple dans un but de validation

du réalisme de la simulation. Il est également possible d’évaluer une politique en spécifiant l’environnement

résultant d’une application politique.

Définition 3 Un objectif politique O = 〈φ, ϕ, ψ,H〉, fourni par le décideur, est défini par des indicateurs

de performances φ à optimiser ; ϕ le domaine d’action choisi par le décideur ; ψ le périmètre environnemental

sur lequel la politique va être appliquée et H représente la date au plus tard à laquelle O devrait être satisfait.

Fournir au simulateur un objectif politique O crée un état initial à partir des actions, des structures et

des perceptions disponibles, avec des performances que les agents politiques doivent satisfaire. Cette fois, la

simulation applique des actions politiques parmi celles possibles, et évalue la performance de ces actions.

Définition 4 Une politique urbaine P = 〈F ,O〉 est définie par F un ensemble fini de fonctions d’actions

politiques, tel que :

fm : Rm → Am|m ∈ Np, f
m ∈ F , Rm ⊆ R,Am ⊆ A

et fi(ri) = αi représente l’action politique courante à appliquer quand la représentation locale de l’agent

politique amp est rm ; O correspond aux objectifs politiques spécifiés par le décideur.

Enfin le décideur peut proposer une politique urbaine P existante avec l’objectif d’en évaluer les perfor-

mances en utilisant SmartGov.

4.6.3 Utilisation de l’exemple de motivation pour construire la couche macro-

scopique

Dans la section sur la mise en place d’une instance de la couche microscopique (section 4.4.4), nous avons

déroulé la démarche d’un décideur politique pour construire un environnement qui sera simulé dans SmartGov.

Nous nous intéressons maintenant à la construction d’une politique urbaine pour satisfaire les objectifs du

décideur.

Le décideur exprime une fonction objectif à l’aide de ses objectifs politiques O correspondant ici à la

maximisation du gain dans la ville, où le gain correspondant aux sommes perçues au titre du stationnement.

Pour construire sa politique urbaine, le décideur spécifie dans un premier temps le périmètre environnemental ψ

en décrivant un ensemble de quartiers sur lesquels il souhaite appliquer sa politique. L’indicateur de performance,

correspondant à l’objectif O, est donc le produit du prix d’un emplacement par son occupation (0 si libre

et 1 si occupé) pour tous les emplacements de stationnement du périmètre considéré. L’ensemble RH des

représentations de l’environnement correspond donc à la combinaison des emplacements de stationnement

avec leur statut et le prix de cet emplacement.
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Notons p un emplacement de stationnement, o son occupation (o pour libre et ō pour occupé) et t

son tarif. Alors p(ō, 2) est un emplacement occupé dont le tarif est de 2e. Nous adoptons ici un modèle

où les usagers paient un forfait lorsqu’ils stationnent dans un emplacement. Ainsi, si l’on considère que

chaque emplacement peut avoir un prix différent, alors pour N emplacements différents et M prix différents,

l’ensemble des représentations possible est |RH| = (2 ∗M)N . L’ensemble des actions politiques va être décrit

par l’augmentation des prix (↗) ou la diminution des prix (↘). Nous introduisons également une action

permettant au gestionnaire de politique de ne pas agir (=). Nous avons donc l’ensemble des actions disponibles

AH = {↗,↘,=}. L’ensemble des perceptions disponibles à l’agent politique va être lié à l’indicateur de

performance, par conséquent IH = {o, t}.
L’agent politique va être modélisé à partir des structures qui lui seront assignées. L’agent politique pourra

percevoir l’ensemble de ses emplacements de stationnement soit Sm = {emp}. Les perceptions de l’agent ainsi

que ses actions sont égales aux perceptions disponibles pour le gestionnaire de politiques dans notre cas. Soit

Im = IH et Am = AH les perceptions et actions politiques que possèdent l’agent politique. La fonction de

décision de l’agent politique permet à l’agent d’améliorer l’état dans lequel il se trouve actuellement pour

améliorer le gain.

À partir de l’exemple, nous avons décrit la création d’une instance de gestionnaire de politiques et

sa méthode de résolution d’une politique urbaine. Cette description est plus simple puisqu’elle s’adapte

rapidement à n’importe quelle représentation de la couche microscopique.

La section sur la couche microscopique, celle sur la couche macroscopique ainsi que la description du

modèle de politique et des entrées du décideur politique forment la description de l’architecture générique

de SmartGov. À partir de l’ensemble de ces formalismes, il est possible de créer une instance de simulation

SmartGov afin de résoudre un problème de politique urbaine. La description des deux couches forme donc deux

simulateurs multi-agents au fonctionnement général indépendant. La section suivante introduit la combinaison

entre ces deux simulateurs et comment leur couplage, et les interactions qui en résultent, permettent de

produire des politiques pertinentes.

4.7 Couplage dynamique entre les deux couches

La première étape consiste à construire les deux simulateurs à partir de l’entrée E du décideur. L’analyse

d’environnement ζ, les objectifs O et la politique urbaine P permettent de créer une instance d’environnement E
alors que O et P servent à créer une instance du gestionnaire de politiques H. L’environnement de la couche

microscopique E définit les structures et construit des agents microscopiques réalistes. Le gestionnaire de

politiques H construit des agents politiques qu’il distribue sur les structures de l’environnement.

La seconde étape est le fonctionnement du couplage entre les deux simulateurs (figure 4.13) : la population

d’agents microscopiques Nm interagit avec les structures S en suivant leur automate et provoque des change-

ments microscopiques. La population d’agents politiques Np observe une représentation de l’environnement

rt ∈ RH à un instant t correspondant à une agrégation de perceptions IH des structures modifiées par les

agents microscopiques (par l’exemple l’ensemble des emplacements occupés). Un agent politique amp effectue
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une action α, modifiant les structures Sm de l’environnement (augmentation du tarif des emplacements par

exemple). En retour, la population Nm observe les différences et modifie son comportement vis-à-vis de cette

modification. Par la suite, des modifications du niveau microscopique seront observées (occupation plus faible

des emplacements en réponse à l’augmentation des tarifs).

La troisième étape est l’évaluation des actions effectuées par les agents politiques. À n’importe quel

moment, H peut évaluer les performances des agents politiques. Ce calcul des performances se fait à l’aide

de l’indicateur de performance φ défini par le décideur lorsqu’il fournit O ou P. En fonction de l’évolution

des performances, H applique des actions pertinentes afin d’améliorer les résultats. La comparaison entre les

performances et les objectifs permet de déterminer la pertinence de la politique actuelle.

Quand les agents politiques appliquent une action, une nouvelle simulation démarre avec les valeurs des

structures mises à jour. Deux autres approches peuvent être identifiées pour représenter la réaction des agents

microscopiques : (i) une réaction sans prendre en compte le temps, c’est-à-dire sans avoir à modéliser la phase

d’adaptation. Dans ce cas, quand une nouvelle politique est implémentée, nous supposons que les agents

microscopiques n’ont aucune mémoire des actions précédentes et qu’ils agissent comme si la situation était

celle à laquelle ils sont habitués. (ii) une réaction en prenant en compte le temps d’adaptation. Dans ce cas,

quand l’action est appliquée, les agents mettent du temps pour s’adapter et changer leur comportement. Dans

notre contexte, pour évaluer l’efficacité de la politique, nous sommes intéressés par l’état stable obtenu après

la période d’adaptation. Nous avons donc choisi d’utiliser l’approche (i).

Motifs 
macroscopiques

Changement
agents humains 

Agents 
politiques

Environnement

Génèrent Analysés par Modifient

Suscite

Figure 4.13 – Fonctionnement du couplage entre les deux simulateurs multi-agents. Les agents microscopiques agissent
sur l’environnement modélisé et produisent des résultats macroscopiques qui sont analysés par le GDP à δt. Cette
dernière décide ensuite d’une ou plusieurs actions à effectuer sur l’environnement de la Couche Usagers.

4.7.1 Gestionnaire de simulation et fonctionnement du simulateur

Le couplage dans SmartGov repose sur un gestionnaire de simulations pour effectuer la synchronisation

entre les deux couches du simulateur. Le rôle du gestionnaire est d’une part de réinitialiser les simulations de

l’environnement aux moments pertinents et d’autre part d’appliquer les actions politiques. Il a également
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pour rôle la sauvegarde des états de l’environnement pour afficher l’évolution des simulations. Si le décideur

souhaite par exemple observer les conséquences d’une action politique sur une période spécifique (une journée

ou une heure donnée), il peut spécifier au gestionnaire de simulation de simuler cette période uniquement sur

plusieurs simulations.

Gestion des itérations de la simulation

Les actions politiques effectuées par la couche du gestionnaire de politiques ne vont pas se faire aussi

fréquemment que les agents microscopiques vont interagir avec leur environnement.

L’instance de l’environnement de la couche microscopique détermine l’intervalle de temps entre deux

itérations du simulateur. En fonction de la granularité attendue, l’intervalle de temps peut être d’une seconde,

une minute, etc. Dans le cas d’une simulation où l’intervalle est fixé à une seconde, les agents interagissent

régulièrement avec leur environnement. Cependant, les actions politiques ne vont pas s’appliquer toutes

les secondes mais à un intervalle de temps plus élevé. Ainsi, chaque couche gère de manière autonome sa

temporalité. Le rôle du gestionnaire de simulation est par conséquent de faire la passerelle entre les deux

couches et d’appliquer de manière pertinente les actions politiques.

Il est donc possible de spécifier à quel intervalle de temps les actions politiques vont être effectuées sur

l’environnement. Il est également possible d’utiliser SmartGov pour étudier l’impact de politiques urbaines à

certains moments spécifiques de la journée et de définir les plages horaires concernées.

Gestion de la ré-initialisation de la simulation

La présentation des résultats repose sur une analyse statistique des observations faites lors de la simulation.

Ainsi, pour éviter la ré-initialisation manuelle du simulateur, le gestionnaire a pour rôle de re-créer des

instances d’environnement de la couche microscopique en modifiant ses informations internes. La position et

les automates à états finis des agents microscopiques sont réinitialisées. Chaque structure modifiée par une

action politique voit ses valeurs modifiées pour que les agents microscopiques perçoivent des informations

mises à jour. L’horloge interne de la simulation est initialisée à une date spécifique. Elle peut être exactement

la même entre deux simulations, nous considérons dans ce cas que les agents microscopiques évoluent dans

une même simulation avec des structures modifiées. Elle peut également être à une date ultérieure Δt

correspondant à un laps de temps avant d’atteindre un nouvel état stable chez les agents microscopiques.

4.8 Co-construction avec SmartGov

La co-construction signifie que deux entités interagissent pour trouver une solution satisfaisante ensemble.

Dans notre cas, la notion de co-construction fait référence à l’interaction entre le décideur et l’outil d’aide à

la décision SmartGov aux différentes étapes de la conception de la politique urbaine.

Nous envisageons plusieurs niveaux d’interactions lors d’une co-construction entre un utilisateur et

SmartGov :
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1. l’utilisateur fournit des données pour créer une instance de l’outil ;

2. l’utilisateur modifie des éléments au cours de la simulation ;

3. l’utilisateur propose des retours lorsque l’outil a fini la simulation et fournit une politique urbaine à

l’utilisateur.

De plus, la co-construction est également possible entre le décideur et l’usager en utilisant SmartGov comme

support pour décrire les actions politiques et leurs conséquences.

Avec les entrées E introduites précédemment, le décideur dispose des briques nécessaires pour créer une

instance de l’outil (couche microscopique, gestionnaire de politiques et gestionnaire de simulations).

Une première co-construction de politiques urbaine est réalisée par SmartGov en couplant la Couche

Usagers, élaboré par le décideur, avec la couche du gestionnaire de politiques à partir de ses objectifs O.

La politique ainsi produite peut ensuite être manipulée par le décideur, ce qui donne lieu à une seconde

co-construction où le décideur propose des retours en modifiant certaines valeurs de la politique, en changeant

le périmètre considéré. La politique résultante sert de support de communication pour présenter les résultats

obtenus aux usagers ou de conseils pour une application réelle.

Sans la couche du gestionnaire de politiques, le décideur devrait spécifier les actions politiques à effectuer

sur l’environnement et la co-construction se résumerait à proposer un outil de simulation d’environnement

et de l’utiliser tel quel. L’avantage du couplage dynamique est d’avoir une couche supplémentaire pour

représenter cette phase d’essai des actions politiques. Ainsi, le décideur interagit avec l’outil à un niveau

supérieur où il est en mesure de faire ses retours sur la pertinence des actions proposées et de la solution

apportée.

Le fonctionnement de la co-construction peut être simplifiée comme dans la figure 4.14 où le décideur

construit une instance de l’outil et fournit son entrée. SmartGov simule et produit un ensemble de politiques

pour le décideur. Celui en sélectionne une ou plusieurs et modifie ses paramètres avant de les refournir à

SmartGov. Cette étape d’interaction correspond à la troisième version envisagée de la co-construction de

politiques urbaines avec SmartGov.

Entrée du 
décideur

SmartGov ...
Choix d'une politique
et modification de ses

paramètres

Politique urbaine finale
co-construite

Figure 4.14 – Représentation de la co-construction d’une politique urbaine en produisant des politiques qui sont
affinées par le décideur politique.
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4.8.1 Proposition de politiques urbaines

SmartGov produit une politique urbaine à partir d’une instance complète de l’outil. En fonction de la

construction de la couche du gestionnaire de politiques, la production de politiques varie. Par exemple, il est

possible d’explorer l’ensemble des représentations du système si cela est possible et de proposer la politique

urbaine optimale par rapport aux objectifs du décideur. Dans une perspective multicritère, le décideur

politique souhaite en général plusieurs solutions différentes représentant un compromis entre ses critères. Pour

simplifier le traitement, nous considérons une fonction mono-objectif agrégée où plusieurs solutions peuvent

être proposées en fonction des poids associés aux critères.

4.9 Alimentation du modèle avec des données

L’objectif de SmartGov étant de produire un outil d’aide à la décision de conception politiques, il est

nécessaire que l’instance de l’environnement de la couche microscopique soit réaliste pour que les politiques

proposées soient pertinentes et correctement évaluées. Cet aspect réaliste repose sur :

— L’utilisation de données réelles pour instancier l’environnement et ses structures ;

— La bonne modélisation et calibration de la population d’agents microscopiques.

Cette section présente les démarches à destination du décideur politique pour réaliser la tâche d’alimentation

des données pour SmartGov. Avec l’émergence des Smart Cities et des objets connectés, un nombre croissant

de sources de données peuvent être envisagées par le décideur politique. Il peut par exemple disposer des

données ouvertes rendues accessibles par les villes et les zones urbaines connectées.

4.9.1 Extracteur de données Open Street Map

Un réseau routier est nécessaire lorsque la politique urbaine s’intéresse à des problématiques de mobilité

des agents microscopiques. Ainsi, lorsque le graphe G de l’environnement décrit un réseau routier, le décideur

a la possibilité d’utiliser un système d’information géographique (Geographic Information System (GIS) en

anglais) pour décrire la zone urbaine concernée.

Dans le cadre de cette thèse, nous nous sommes intéressé à l’utilisation des données du site Open Street

Map 3 afin d’avoir des informations sur le réseau routier et les structures présentes pour une zone donnée.

Open Street Map est tenu à jour par ses utilisateurs et, par conséquent, les grandes villes disposent en

général d’informations fournies et de qualité. Une des manières de construire le réseau routier est d’extraire

d’Open Street Map n’importe quelle région et de la transformer en un réseau routier exploitable dans la

simulation (figure 4.15).

Les différentes informations présentes dans OSM ont des balises renseignant les particularités des bâtiments

ou de la voirie. Un outil a été conçu pour permettre au décideur de filtrer les informations qu’il juge non

pertinentes lorsqu’il extrait des données de Open Street Map, c’est-à-dire filtrer les balises qui ne sont pas

3. Open Street Map est un projet collaboratif de créations de fonds de cartes. Ce projet est ouvert à toutes les contributions
pour renseigner les fonds de cartes.
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Figure 4.15 – Exemple de visualisation disponible de la ville de Lyon avec Open Street Map.

utiles dans la description de son réseau. Quelques exemples de balises qui ne sont pas toujours pertinentes :

les pistes de courses, les chemins agricoles, les sentiers de balades hippiques 4.

Ainsi, le décideur extrait une zone particulière correspondant au futur périmètre. Il est possible d’extraire

directement les données du site en décrivant la zone concernée ou alors de trouver des bases de données

proposant des découpages géographiques plus larges comme un département ou un pays. Il est souvent nécessaire

de découper plus finement les zones intéressantes avec un outil adapté. Il filtre ensuite les informations

pertinentes pour son scénario. L’outil exploite ensuite le fichier OSM extrait et modifié par le décideur et

construit un ensemble de fichiers décrivant les informations nécessaires pour la représentation graphique de

l’environnement : les nœuds, les arcs ainsi que le contour des bâtiments.

Enfin, le décideur observe le rendu avec SmartGov (figure 4.16) et l’ajuste si besoin.

Cependant, la structuration de l’environnement avec OSM a des limites car OSM ne dispose pas toujours

d’informations exhaustives ou correctes sur la zone géographique concernée. La qualité des informations

proposées dépend de l’investissement des utilisateurs et varie beaucoup en fonction du pays. Par exemple la

présence des feux ou des emplacements de stationnement sur la voirie sont renseignés de manière plus ou

moins exhaustive selon les villes. Le décideur a la possibilité de compléter Open Street Map (à condition de

rendre les données utilisées publiques) ou d’utiliser une autre source si celle-ci est plus exhaustive.

4.9.2 Modélisation des agents microscopiques

L’obtention des données sur les usagers et leurs comportements requièrent un travail plus important que

l’acquisition de données pour établir un graphe pour l’environnement. Ces données d’usages sont propres à

une zone urbaine particulière, à l’évolution sociale et culturelle de la population. Le décideur, lorsqu’il crée

la population d’agents microscopiques, met en place une population synthétique décrite par un ensemble

d’automates à états finis et de personnalités différentes. Il a la possibilité de collecter ces données avec

4. (Liste des balises existantes pour les routes (en anglais))
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Figure 4.16 – Exemple de visualisation possible de la zone exportée d’Open Street Map dans SmartGov. Ici, seul le
réseau routier avec les principales routes est affiché.

l’utilisation de sondages, d’échanges avec les populations, des enquêtes de ménages. Le rôle de SmartGov

n’est donc pas de remplacer le décideur dans la construction ou la collecte de données pour la population

synthétique mais d’offrir un support pour faciliter la construction de ces populations. L’usager peut également

être directement impliqué en proposant des représentations des agents avec SmartGov.

4.9.3 Perspectives

Il existe une différence fondamentale entre l’architecture générique SmartGov, présenté au long de ce

chapitre, et l’implémentation de cette architecture. L’implémentation doit permettre la construction d’une

instance de simulation SmartGov avec le couplage entre les deux couches pour la conception de politiques

urbaines. Dans le cadre de l’implémentation, les différentes problématiques introduites dans cette section,

c’est-à-dire le besoin de disposer d’outils facilitant l’intégration de données est nécessaire. En effet, le décideur

doit pouvoir intégrer des données facilement dans SmartGov en limitant le développement nécessaire pour

construire une instance de SmartGov incluant ces données. Une certaine partie des données peut être traitée

de manière automatique (exemple avec les données de Open Street Map de la section précédente) et d’autres

requiert un développement spécifique. Ainsi, les outils pour extraire des données dont le format est connu sont

disponibles, notamment l’extracteur de données Open Street Map, cependant, les données avec un format

spécifique, pouvant varier d’une instance à une autre nécessite encore un développement spécifique. C’est le

cas lorsqu’il s’agit d’utiliser des données pour construire la population synthétique où le décideur doit faire
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le lien entre des données d’usages et la structure des agents microscopiques. Une perspective de SmartGov

porte sur l’élaboration d’un outil graphique pour simplifier la construction des automates à états finis pour le

décideur.

4.10 Conclusion et perspectives pour SmartGov

Ce chapitre a introduit notre première contribution dans cette thèse en proposant une architecture formelle

permettant de concevoir un outil d’aide à la décision pour la co-construction de politiques urbaines. Le modèle

SmartGov repose sur le couplage de deux simulateurs multi-agents et décrit l’ensemble des interactions entre

notre outil et le décideur politique. L’intérêt de notre travail repose sur la description générique des différentes

composantes d’une simulation multi-agents pour permettre à un non-expert de s’approprier les concepts

clés pour construire sa propre instance de population d’agents capables d’interagir dans un environnement

pertinent. Le second point est qu’avec la description de la couche microscopique, la couche macroscopique est

en mesure de s’adapter et de proposer des politiques urbaines pertinentes quelle que soit la représentation de la

couche microscopique. Le décideur peut ainsi plus facilement mettre en place un outil capable d’automatique

rechercher des solutions valides pour proposer des politiques urbaines. De plus, à partir de ces propositions,

il peut modifier certains paramètres comme les actions politiques possibles ou le périmètre envisagé afin

d’ajuster au mieux la politique. Le couplage entre les deux simulateurs est la clé de l’interaction entre les deux

couches et permet à deux simulations multi-agents aux temporalités et portées différentes d’agir ensemble

pour simuler l’application d’actions politiques et d’évaluer leurs impacts sur les parties prenantes concernés

par ces actions.

Nous avons décrit dans ce chapitre l’architecture générique SmartGov, qui est utilisée pour établir une

instance de simulation comprenant les deux couches pour construire une politique urbaine. Il est ainsi possible

d’implémenter le modèle SmartGov dans n’importe quel langage de programmation. L’implémentation requiert

de disposer d’outils spécifiques permettant de faciliter la tâche du décideur politique dans la construction de

l’environnement. Ainsi, un outil comme un constructeur d’automates avec des suggestions en fonction des

données disponibles est envisageable. Ce chapitre décrit donc de manière théorique l’ensemble des interactions

possible pour permettre au décideur de co-construire une politique afin de fournir une preuve de concept de

ces méthodes, cependant elles ne sont pas toutes disponibles dans l’implémentation actuelle de SmartGov et

sont des perspectives de développement futures :

— Possibilité de réutiliser une politique urbaine construite avec SmartGov pour procéder à la seconde

phase de co-construction en modifiant les paramètres de la politique ;

— Proposition de plusieurs politiques différentes à partir d’une même fonction objectif.

Les perspectives envisagées pour SmartGov reposent sur l’évaluation avec le décideur des moyens d’interac-

tions afin de valider la co-construction des politiques urbaines. De plus, le couplage entre les deux simulateurs

repose actuellement sur une structure statique où la manipulation des simulations est déterminée au préalable

par le décideur. Nous envisageons de disposer dans le futur d’un outil plus souple, capable d’apprendre et

d’améliorer l’interaction entre les deux simulateurs pendant l’étape de simulation. Nous aimerions également
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observer comment SmartGov pourrait être utilisé comme intermédiaire pour la co-construction de politiques

urbaines entre le décideur et l’utilisateur.

Enfin, la description formelle de la couche macroscopique s’adapte automatique aux différentes représentations

de la couche microscopique. Nous proposons dans la suite de cette thèse de s’intéresser à des problématiques

d’apprentissage par renforcement multi-agents pour apprendre automatique les spécificités locales de la couche

microscopique par les agents politiques et proposer des politiques urbaines pertinentes de manière entièrement

autonome dans l’instance de SmartGov.

Un dernier point porte sur l’usage fait par les utilisateurs de SmartGov. En effet, même si un outil

d’aide à la décision permet d’être plus transparent dans la co-construction d’une politique urbaine, il revient

actuellement au décideur de choisir et d’appliquer la politique urbaine finale. Il peut ainsi imposer une politique

urbaine qui pourrait être mal reçue par les usagers sans que cela n’implique que la politique urbaine proposée

par SmartGov ne soit pas satisfaisante au regard des objectifs du décideur. En reprenant notre exemple

sur la construction d’une politique tarifaire d’emplacements de stationnement, le décideur peut spécifier la

fonction objectif suivante : diminuer l’occupation des emplacements aux heures d’affluences. Une instance

de SmartGov est créée et la politique proposée suggère d’augmenter les tarifs de manière à ce qu’aucun

utilisateur ne stationne par exemple, ou encore instaurer un système de pénalisation (amende, déplacement de

la voiture en fourrière) trop autoritaire. D’après la fonction objectif du décideur, la politique est pertinente,

cependant, il y a de fortes chances que celle-ci ne soit pas accepter par les usagers.
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Chapitre 5. Apprentissage par renforcement individualisé et décentralisé dans un environnement multi-agent
non stationnaire

5.1 Introduction

L’idée de l’apprentissage chez la machine (avant d’être envisagée chez l’agent) remonte aux années 1950

où Samuel introduit le terme Machine Learning pour son programme de jeu de dames [210]. Mitchell propose

la définition suivante, régulièrement utilisée pour décrire le processus d’apprentissage dans le domaine du

Machine Learning [167] :

On dit d’un programme informatique qu’il apprend de l’expérience E par rapport à une classe de

tâches T et d’une mesure de performance P si ses performances à la classe de tâches T, mesurées

par P, augmentent avec l’expérience E.

Pour mettre en place l’apprentissage, il est donc nécessaire de correctement identifier la tâche (jouer au bowling,

piloter un drone pour des livraisons, identifier des personnes dans une image), la mesure de performance à

améliorer (score à la fin de la partie, pourcentage de livraisons effectuées, nombre de personnes correctement

identifiées) ainsi que la source d’expérience (nombre de quilles tombées en fonction de la manière de lancer et

du nombre de quilles présentes, séquences d’actions pour déplacer le drone, base de données avec des personnes

déjà identifiées). Un des challenges présents dans le domaine du Machine Learning est de créer des méthodes

pertinentes capables d’apprendre à partir d’entrées spécifiées par la source d’expérience. Ainsi, la mesure de

performance est associée à la notion de feedback (retour d’information) et dépend du type d’apprentissage

envisagé. Russel et Norvig [208] classent en trois grands paradigmes les types d’apprentissage :

— l’apprentissage supervisé : l’apprenant dispose d’un ensemble d’informations préalablement label-

lisées et clairement définies par un superviseur externe où la relation entre les entrées et les sorties

associées est explicite. Cet ensemble est également appelé jeu d’entrainement training data. L’appren-

tissage supervisé à de nombreuses applications comme l’identification de courrier indésirable avec la

classification näıve bayésienne [209] ou la reconnaissance de motifs [26].

— l’apprentissage non-supervisé : l’apprenant identifie et apprend des clusters récurrents progressive-

ment avec l’algorithme de k-moyennes [154], sans qu’un retour explicite ne soit fourni, en se basant

sur une mesure de qualité des motifs constitués. Ce type d’apprentissage est régulièrement utilisé dans

le cadre de la classification pour identifier des ensembles de données similaires comme des extraits

audios [144].

— l’apprentissage par renforcement : l’apprenant interagit dans un environnement inconnu avec pour

objectif de construire un modèle de cet environnement afin d’adopter une stratégie lui permettant de

maximiser son profit à long terme. L’apprenant, à l’aide sa boucle sensorimotrice, identifie des signaux

positifs ou négatifs, appelé renforcements, correspondant au bénéfice ou au déficit d’avoir effectué une

action dans un état donné par rapport à un objectif déterminé.

Dans le cadre de cette thèse, nous nous intéressons à l’apprentissage par renforcement afin de permettre à

des agents d’apprendre uniquement à partir de leur boucle sensorimotrice et d’une fonction objectif. Celui-ci

trouve de nombreuses applications, nous pouvons citer entre autres le déplacement de robots [135], la maitrise
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de jeux vidéo [168] ou de celle du jeu de Go [221]. Nous souhaitons maintenant appliquer ces méthodes à

la conception de politiques urbaines pour permettre à des agents d’utiliser la fonction objectif du décideur

comme mesure de performance et l’environnement de la couche microscopique comme support de la boucle

sensorimotrice.

Dans le précédent chapitre, le modèle SmartGov a été introduit en présentant son architecture générique et

le fonctionnement du couplage des dynamiques du modèle. L’objectif étant de pouvoir produire des politiques

urbaines de manière générique, la couche haute du modèle SmartGov doit être en mesure d’appliquer des

actions politiques et d’identifier une politique ou un ensemble de politiques pertinentes sans connaissances a

priori de l’environnement. Afin de comprendre les challenges rencontrés par la communauté et dans cette thèse

ainsi que la motivation pour notre seconde contribution, ce chapitre propose un état de l’art sur l’apprentissage

par renforcement multi-agents et se découpe de la manière suivante :

— section 5.2 : présente les prérequis fondamentaux de l’apprentissage par renforcement dans un

cadre mono-agent, avec les modèles formels des processus de décision markoviens entièrement et

partiellement observables ainsi que les notations usuelles utilisées par la communauté. Les contributions

récentes l’apprentissage par renforcement profond ainsi que les avantages et limites de ces approches

seront également abordés ;

— section 5.3 : introduit l’apprentissage par renforcement profond, comme la combinaison entre

l’apprentissage par renforcement et l’apprentissage profond, en décrivant brièvement l’apprentissage

profond et son apport dans l’apprentissage par renforcement ;

— section 5.4 : propose de s’intéresser aux modèles formels associés au contexte multi-agents avec les

jeux stochastiques et les Dec-POMPDs dans le cadre de l’apprentissage par renforcement multi-

agent puis décrit les travaux récents sur l’apprentissage par renforcement profond multi-agent

combinant les notions mentionnées dans les précédentes sections avec l’apprentissage par renforcement

profond dans un contexte multi-agent.

5.2 Cadre formel pour l’apprentissage par renforcement

Avant d’envisager un contexte multi-agents, nous définissons les concepts fondamentaux de l’apprentissage

par renforcement pour un unique agent. Les problèmes d’apprentissage par renforcement étant généralement

décrits par des processus de décisions markoviens [230, 240], nous proposons dans un premier temps de définir

le cadre formel des algorithmes d’apprentissage par renforcement classiques avec la description des processus

de décisions markoviens dans le cas général puis dans le cas partiellement observable. Par la suite, nous

présentons quelques algorithmes classiques d’apprentissage par renforcement avant d’intégrer les travaux

récents sur l’apprentissage par renforcement profond. Afin d’approfondir les notions abordées dans ce chapitre,

nous invitons le lecteur à se référer aux ouvrages de référence de Sutton et Barto [230], Russel et Norvig [208]

et Kaelbling [122] pour avoir un aperçu plus exhaustif de ces notions.
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5.2.1 Processus de décision markovien

Nous adopterons les abréviations anglaises pour la suite des mentions des processus de décision markoviens.

Un processus de décision markovien MDP (Markov Decision Process) est décrit formellement par le tuple

suivant [20] :

〈S,A, T,R〉
où :

— S représente l’ensemble fini des états ;

— A décrit l’ensemble fini des actions ;

— la fonction de transition T : S ×A× S → [0; 1] suit la propriété markovienne et définit l’évolution du

système. Ainsi T (s, a, s′) est la probabilité d’être dans l’état s′ après avoir appliqué l’action a dans

l’état s ;

— la fonction de récompense R : S × A × S → R retourne la récompense R(s, a, s′) reçue après avoir

appliqué l’action a dans l’état s et avoir atteint l’état s′.

La description d’un MDP considère que l’environnement est entièrement observable. La fonction de

transition T d’un MDP possède la propriété fondamentale de Markov, spécifiant que seule la connaissance

de l’état actuel est nécessaire pour déterminer l’état futur, la connaissance du passé n’apportant pas plus

d’information (équation (5.1)). Par exemple, un joueur d’échec déterminera le coup suivant uniquement

à partir de l’état actuel du plateau, les coups joués précédemment n’ayant aucun impact sur sa décision.

Cette propriété peut être exprimée de la manière suivante, pour tout t ≥ 0 et pour toute suite d’états

(s0, . . . , st−1, st, st+1) ∈ St+2 :

P(st+1|s0, . . . , st−1, st) = P(st+1|st) (5.1)

Dans une grande partie des problèmes d’apprentissage par renforcement, l’agent doit prendre en compte la

récompense immédiate obtenue après avoir agi. Afin de choisir quelle action effectuée, l’agent doit également

considérer le prochain état de l’environnement, puisque les récompenses futures qu’il peut obtenir impactera

sa prise de décision. Ainsi, la fonction de récompense permet de déterminer la séquence pertinente d’actions

pour atteindre un objectif donné à partir de n’importe quelle situation initiale (figure 5.1). Le calibrage de la

fonction de récompense a une importance cruciale puisqu’elle détermine le succès ou l’échec de l’apprentissage.

Un bon calibrage vise également à limiter le phénomène de sur-apprentissage (overfitting) où l’agent obtient

des résultats élevés dans une tâche en se spécialisant uniquement sur cette tâche au détriment de ce qu’il a

appris précédemment [256].

Résolution d’un MDP

L’objectif de la résolution d’un MDP est de trouver une politique π optimale, notée π∗, respectant l’objectif
de l’agent. Cet objectif peut être décrit de différentes manières :

— atteindre un état objectif spécifique ;

— maximiser la récompense totale obtenue quand l’agent effectue certaines actions dans des états
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Action at

Etat st

Récompense
rt

Figure 5.1 – L’agent agit sur l’environnement en sélectionnant une action a ∈ A. L’environnement transite de l’état s
à s′ avec la probabilité T (s, a, s′) et à l’instant d’après l’agent perçoit son environnement et reçoit l’état courant p
ainsi qu’une récompense r ∈ R donnant à l’agent des indications sur la pertinence du choix de a dans s. Il répète ce
processus jusqu’à atteindre l’état terminal de la simulation s’il existe.

spécifiques ;

— minimiser le coût des actions en fonction des états.

La politique définit la manière dont l’agent évolue dans l’environnement et correspond à une distribution de

probabilités qui associe à chaque état s et à chaque action a la probabilité π(s, a) = P(a | s) de choisir l’action

a dans l’état s. La politique π : S×A→ [0; 1] détermine l’ensemble des couples états-actions du système. Elle

est dite stochastique. Une politique est déterministe lorsque pour un état s, l’action a est toujours effectuée.

Nous notons ainsi π(s) l’action que l’agent effectue dans l’état s lorsqu’il suit une politique déterministe et

π(s, a) la probabilité d’effectuer l’action a dans l’état s en suivant une politique stochastique. Une politique

déterministe est un cas particulier de politique stochastique où la probabilité d’effectuer une action est de 1

et le reste des probabilités est de 0. Nous considérons dans la suite uniquement des politiques stochastiques,

notées π : S → A par soucis de simplicité.

Deux grandes catégories sont considérées pour que l’agent puisse maximiser sa récompense et trouver

la politique optimale : la recherche itérative de la politique (policy search), et l’apprentissage de la valeur

de chaque état (value learning). La recherche d’une politique évalue la politique initiale puis améliore

itérativement la valeur d’une politique donnée. Il faut ensuite améliorer la politique jusqu’à déterminer une

politique optimale, maximisant la récompense. Au contraire, un algorithme d’apprentissage des fonctions de

valeurs évalue la pertinence des couples état-action pour converger vers la fonction de valeur de la politique

optimale. Certaines méthodes de programmation dynamique [19] requièrent la connaissance de la fonction de
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récompense et la fonction de transition, c’est le cas par exemple avec l’algorithme d’itération de la politique

d’Howard [109] (policy iteration).

Il existe deux fonctions de valeurs V et Q régulièrement rencontrées dans le domaine de l’apprentissage

par renforcement, et qui sont notamment utilisées pour les algorithmes abordés ultérieurement :

— V : S → R est la fonction de valeur décrivant la pertinence pour le système de se trouver dans

l’état s ∈ S ;

— Q : S ×A→ R est la fonction de valeur décrivant la pertinence d’effectuer l’action a ∈ A dans l’état

s ∈ S.

À partir de ces informations, l’algorithme de recherche de la meilleure politique calcule une fonction de

valeur V et affine la politique π où l’on cherche la succession d’action à effectuer. À la fin de l’algorithme, π

contient la solution et V (s) contient l’espérance de la somme atténuée des récompenses à obtenir en suivant

la politique π à partir de l’état s. Le facteur d’atténuation (discount factor) γ ∈ [0, 1) indique l’importance

des futures récompenses pour l’agent. Si γ est égal à 1, les récompenses sont dites additives et ont toutes la

même importance ; sinon les récompenses sont dites réduites. D’autre part, plus γ tend vers 0, moins les

récompenses futures ont d’importance. L’algorithme, pour obtenir la solution optimale, répète une mise à

jour de la valeur et de la politique jusqu’à qu’il n’y ait plus d’amélioration de la valeur de la politique.

La valeur optimale d’un état est définie par :

V ∗(s) = max
π

E

( ∞∑
t=0

γtrt

)
(5.2)

où E est l’espérance et rt est la récompense obtenue à l’instant t après avoir effectuée une action π∗(s).

Ainsi, pour un MDP fini avec γ ∈ [0 : 1) la fonction de valeur optimale est l’ensemble des solutions de

l’équation de Bellman [20], définie par :

V ∗(s) = max
a

(
R(s, a) + γ

∑
s′∈S

T (s, a, s′)V ∗(s′)

)
, ∀s ∈ S (5.3)

qui signifie que la valeur de l’état s est la récompense instantanée attendue plus la récompense atténuée du

prochain état en utilisant la meilleure action. À partir de cette fonction de valeur, la politique optimale est

donc pour un état s :

π∗(s) = argmax
a

(
R(s, a) + γ

∑
s′∈S

T (s, a, s′)V ∗(s′)

)
, ∀s ∈ S (5.4)

L’algorithme d’itération des valeurs [230] permet d’obtenir la valeur de fonction optimale V ∗. Cet algorithme

est optimal sur un horizon H et il converge quand le nombre d’itérations tend vers l’infini. Cela permet

ensuite de calculer π∗.

La fonction de transition T et de la fonction de récompense R doivent d’être connues pour que l’algorithme

86



5.2. Cadre formel pour l’apprentissage par renforcement

Algorithme 1 : Itération des valeurs

1 Initialiser V (s) aléatoirement (ex : V (s) = 0, ∀s ∈ S)
2 while Δ < θ do
3 Δ ← 0 for s ∈ S do
4 temp← V (S)

5 V (s) ← maxa
∑

s′ T (s
′|s, a)[R(s, a, s′) + γV (s′)

]
6 Δ ← max(Δ, |temp− V (s)|)
7 end

8 end

fonctionne, ce qui représente une hypothèse forte sur l’environnement puisqu’il n’est pas toujours possible

de connaitre a priori le modèle de l’environnement (opposition entre les approches où le modèle est connu

(model-based) et où le modèle est inconnu (model-free)). L’algorithme d’itération des valeurs permet de

comprendre les fondements de l’algorithme de Q-learning que nous verrons dans la ligne 8.

Algorithme de Q-Learning

L’algorithme de Q-learning est populaire pour sa facilité d’implémentation et d’utilisation. Introduit par

Watkins [253], il utilise les différences temporelles [229] (temporal differences) et fonctionne en mettant à jour

la fonction de valeur Q(s, a) en utilisant la récompense obtenue pour avoir effectué l’action a dans l’état s

et en agissant de manière optimale dans l’état obtenu s′. On suppose que l’agent agit toujours de manière

optimale dans chaque état, c’est-à-dire que l’on choisit l’action qui maximise la fonction de valeur Q. Par

conséquent, la fonction de mise à jour de la fonction de valeur Q dans l’algorithme de Q-learning est décrite

par :

Q(s, a)new ← (1− α) ·Q(s, a) + α ·

valeur apprise︷ ︸︸ ︷(
r + γ ·max

a
Q(s′, a)

)
(5.5)

où :

— Q(s, a) est l’ancienne valeur associée à un état s et à une action a ;

— α ∈]0; 1] est un coefficient d’apprentissage ;

— r est la récompense obtenue après avoir effectué l’action a dans l’état s ;

— maxaQ(s
′, a) est l’estimation de la valeur de l’état s′ obtenu en agissant de manière optimale dans

l’état s.

Le Q-learning converge [236, 253] à condition que tous les couples état-actions soient visités un nombre

infini de fois et que les ensembles S et A soient finis. Il est évidemment irréalisable de parcourir une infinité

de fois chaque couple état-action. Dans la pratique, le parcours est réalisé un grand nombre de fois, une

exploration partielle étant généralement suffisante [159]. Il devient alors nécessaire de trouver un compromis

pertinent entre l’exploration et l’exploitation que nous aborderons dans la section suivante.

L’avantage du Q-learning est qu’il n’est pas lié au modèle du MDP, il est dit model-free (modèle libre) par
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Algorithme 2 : Q-learning

1 Initialiser Q(s, a) aléatoirement ∀s ∈ S, a ∈ A
2 Initialiser l’état initial s
3 while S n’est pas terminal do
4 Choix de l’action a à partir de Q et s
5 Application de l’action a et passage à s′ avec la récompense r

6 Q(s, a) ← (1− α) ·Q(s, a) + α · (r + γmaxa∈AQ(s′, a)
)

7 s← s′

8 end

opposition aux approches où le modèle est connu à l’avance ou model-based. Bien qu’il existe des travaux sur

ces deux types d’approche, les approches model-free seront au cœur de cette thèse, notamment l’algorithme

de Q-learning, afin de pouvoir doter nos agents d’un algorithme d’apprentissage valide notamment lorsque

l’environnement où évoluent les agents n’est pas connu à l’avance.

Processus de décision markovien partiellement observable

Lorsque l’agent n’a pas accès à la totalité des informations de son environnement, on dit que l’environnement

est partiellement observable [226]. L’agent reçoit alors une observation incomplète de l’état et doit conserver

un historique des observations pour mettre à jour un niveau de croyance sur les états (figure 5.2).

Action at

Observation ot

Récompense
rt

Etat réel

Figure 5.2 – L’agent reçoit une observation ot correspondant à une description partielle de l’environnement. Il utilise
un estimateur d’états pour obtenir une hypothèse de l’état réel à partir de son observation et propose une action at

pertinente en fonction de cette estimation.

Une extension du MDP aux environnements partiellement observables est le POMDP (Partially Observable
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Markov Decision Process). Il est formellement décrit par le tuple suivant [122] :

〈S,A, T,R,Ω, O〉

où :

— S,A, T,R sont identiques à la description du MDP (section 5.2.1) ;

— Ω est l’ensemble fini des observations que l’agent peut obtenir ;

— O : S × A → [0, 1] est la fonction d’observation renvoyant, pour chaque action et chaque état, une

distribution de probabilités sur les observations possibles.

Le POMDP décrit l’environnement partiellement observable dans le cadre mono-agent et sa résolution sort

du cadre de cette thèse mais est disponible dans différentes revues [43, 174]. Cependant, le POMDP est un

concept intéressant dont la version décentralisée sera approfondie lorsque nous aborderons l’apprentissage par

renforcement multi-agents.

5.2.2 Vitesse d’apprentissage : compromis entre exploration et exploitation

Une problématique existante dans la cadre de l’apprentissage par renforcement est le besoin d’équilibre

entre l’exploration des états et l’exploitation des solutions. En général, l’exploration sert à essayer les

actions peu essayées jusqu’à présent ou pour lesquelles l’apprenant ne possède pas beaucoup d’informations.

L’exploration permet donc d’approfondir la connaissance du modèle pour améliorer la récompense cumulée,

au risque de perdre du temps si on est déjà à l’optimal. L’exploitation consiste à utiliser l’apprentissage pour

maximiser le gain en choisissant les actions gloutonnes (argmaxaQ(s, a)). Une exploitation trop poussée,

sans avoir suffisamment exploré l’espace des solutions, peut par exemple accroitre le risque de régulièrement

choisir une action produisant une politique sous-optimale.

Il existe de multiples façon d’explorer plus ou moins intelligemment l’espace des actions et d’obtenir un

meilleur compromis entre exploration et exploitation. En effet, si on effectue une action aléatoire à chaque

fois que l’on souhaite explorer, il est tout à fait possible d’effectuer une séquence d’actions optimales, ce

qui apporterait peu d’informations à l’apprenant sur des états jamais explorés. La méthode la plus simple,

appelée ε-greedy, repose sur un paramètre ε utilisé pour l’exploration avec une probabilité ε et l’exploitation

avec une probabilité 1− ε [230]. Pour forcer l’exploration dans un premier temps, la valeur d’ε sera proche de

1 et diminuera au cours de l’apprentissage pour que l’agent exploite plus souvent sa politique. Ce compromis

entre exploration et exploitation repose aussi sur la fonction de décision qui conduit au choix de l’action

à effectuer dans chaque état. La méthode du bandit à n-bras permet également de trouver un compromis

entre exploration et exploitation [24] et s’inspire du principe des machines à sous. Ce nom fait référence à la

situation d’un joueur faisant face à une lignée de machines à sous et cherchant sur laquelle tenter sa chance

afin de maximiser ses gains. La méthode du bandit à n-bras consiste à explorer chaque bras au moins une

fois et à ensuite exploiter le bras le plus intéressant. L’algorithme UCB (Upper Confidence Bound, limites

supérieures de confiance) [11] est une approche dite ”optimiste” de résolution du compromis entre exploration

et exploitation : l’agent détermine le bras qui lui rapporte le plus haut gain espéré. Cependant, pour se faire
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une idée des bras intéressant, il est nécessaire d’explorer au moins une fois chaque bras, ce qui n’est pas

toujours envisageable lorsque le nombre d’états est vaste. De plus, l’exploration peut être couteuse, d’autant

plus que certains états n’ont pas à être explorés pour avoir l’intuition qu’ils ne sont pas pertinents pour la

politique. La méthode calcule ainsi la moyenne des récompenses pour chacune des machines afin de déterminer

quelle machine exploiter en se fiant non pas à la performance estimée d’un bras, mais à une borne supérieure

de confiance.

Il existe d’autres approches pour résoudre le problème d’exploration et d’exploitation en fonction du

problème abordé [230]. Dans le cadre de cette thèse, nous utiliserons l’approche ε-greedy avec atténuation de

l’ε pour sa facilité de mise en place.

5.2.3 Conclusion et limites de ces approches

Cette section a introduit les fondements de l’apprentissage par renforcement avec le formalisme du MDP,

qu’une majorité des problèmes d’apprentissage utilise, ainsi que les algorithmes fréquemment utilisés comme

le Q-learning, pour la classe d’itération des valeurs. Le compromis entre exploration et exploitation, nécessaire

pour produire une meilleure politique, est également abordé. Le problème avec ces approches classiques est

la nécessité de la représentation tabulaire des couples états-actions du système. Dans les années 2000, des

approches ont été utilisées pour envisager d’avoir une approximation de la représentation de l’état avec des

règles floues [87] ou des cartes auto-organisatrices [234] par exemple. Une autre approche est l’acteur-critique

(actor-critique) utilisant deux mémoires séparées pour un agent : l’acteur et la critique. L’acteur sélectionne

une action à partir de l’observation de son état et la soumet à la critique pour évaluation. Ce verrou, présent

dans l’apprentissage par renforcement classique, est lié au passage à l’échelle limité dû au fléau de la dimension

(curse of dimensionality) et la prise en compte d’un nombre croissant d’états. Récemment, la communauté de

l’apprentissage par renforcement a obtenu une résolution de ces verrous avec l’introduction de l’apprentissage

par renforcement profond.

5.3 Récents succès de l’apprentissage par renforcement profond

L’apprentissage par renforcement profond, abrégé par DRL pour Deep Reinforcement Learning, combine

l’apprentissage par renforcement et les avancées en apprentissage profond (deep learning (DL)) [143]. Par

conséquent, l’apprentissage est dit profond puisqu’il combine les réseaux de neurones multicouches avec des

algorithmes d’apprentissage par renforcement comme le Q-Learning. Une importante propriété du DL est la

possibilité d’extraire des représentations de bas niveau à partir de vecteurs de grandes dimensions. Le réseau

de neurones multicouches agit comme une fonction d’approximation universelle et permet donc de manipuler

des espaces d’états et d’actions bien plus vastes et ainsi de mieux passer à l’échelle car il est moins impacté

par le fléau de la dimension [22, 10].

L’apprentissage par renforcement profond a récemment gagné en popularité dans la communauté de

l’apprentissage en proposant des solutions aux verrous identifiés dans les approches classiques de l’apprentissage

par renforcement. Les deux points forts du DRL sont la fonction d’approximation (function approximation)
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5.3. Récents succès de l’apprentissage par renforcement profond

et l’apprentissage de représentations (representation learning) [10] qui reposent sur l’utilisation de réseaux de

neurones. L’apprentissage de représentations facilite l’identification d’informations pertinentes [22]. Plusieurs

travaux sont à l’origine de l’intérêt récent pour le DRL, notamment les travaux de Mnih et al. sur le

développement d’un algorithme capable d’atteindre un niveau de maitrise supérieur à l’humain sur des jeux

Atari en utilisant directement comme entrée les pixels de l’image [168, 169]. L’algorithme qu’ils proposent, le

Deep Q-Network (DQN), combine un réseau de neurones recevant des images brutes comme perception de

l’environnement.

Même si la fonction d’approximation est déjà utilisée dans l’apprentissage par renforcement classique,

l’apport des travaux de Mnih et al. montrent comment le recours aux réseaux de neurones permet de stabiliser

la fonction d’approximation pour apprendre dans des environnements avec un nombre d’états important. Plus

récemment, en 2017, AlphaGo a vaincu un champion du monde de Go en utilisant des réseaux de neurones

couplé à de l’apprentissage supervisé et de l’apprentissage par renforcement et en apprenant en jouant contre

lui-même (self-play) [221].

5.3.1 Algorithme de Deep Q-Network

L’approche de Mnih et al. [168] utilise des images comme perception des agents, par conséquent, le DQN

est couplé à un Réseau Neuronal Récurrent (Recurrent Neural Network (RNN)) [207]. Les jeux Atari explorés

dans leurs travaux ont un état terminal lorsque l’agent meurt ou perd la partie. Il reçoit ainsi une observation

de l’environnement auquel il associe un état s.

Algorithme 3 : Deep Q-Network with Experience Replay [168]

1 Initialiser la mémoire M de taille N
2 Initialiser Q(s, a) aléatoirement ∀s ∈ S, a ∈ A
3 /* J est le nombre maximal d’époques */

4 for époque = 1, 2, . . . , J do
5 /* T est le nombre maximal d’itérations pour une époque */

6 for t = 1, 2, . . . , T do
7 Avec une probabilité ε, choisir une action aléatoire at
8 sinon choisir l’action at = maxaQ

∗(st, a; θ)
9 Exécuter l’action at et recevoir la récompense rt et l’état st+1

10 Stocker l’expérience (st, at, rt, st+1) dans M
11 Prendre un échantillon des expériences (sj , aj , rj , sj+1) dans M
12 Poser yi =

{
rj si état terminal
rj + γmaxa′ Q(sj+1, a

′; θ) si état non terminal

13 Effectuer une descente de gradient sur (yi −Q(sj , aj ; θ))
2

14 end

15 end

Le réseau de neurones sert de fonction d’approximation transformant les images brutes de l’environnement

en états exploitables par l’agent pour sélectionner une action. Le réseau de neurones est paramétré par θ qui
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est continuellement entrainé pour atteindre une politique optimale. Le DQN repose sur l’équation de Bellman

pour minimiser la fonction de perte L(θ) telle que :

L(θ) = E

[(
r + λmax

a′
Q(s′, a′|θ)−Q(s, a|θ))] (5.6)

où E représente l’espérance. Avec cette fonction, les représentations de l’environnement sont apprises et

affinées.

Pour comprendre les verrous auxquels la communauté de l’apprentissage profond est confrontée, il est

intéressant d’introduire les différentes composantes de l’algorithme du DQN.

Réutilisation de l’expérience acquise

Une faiblesse des réseaux de neurones est liée au phénomène de sur-apprentissage des paramètres

(overfitting). Au fur et à mesure que l’agent reçoit des observations de l’environnement, la fonction de perte

est mise à jour avec l’équation (5.6). Le réseau de neurones modifie à chaque fois ses attributs pour affiner sa

fonction d’approximation. Nous avions introduit précédemment l’équilibre à atteindre entre exploration et

exploitation. Une fois qu’un agent a suffisamment exploré son environnement, il commence à exploiter sa

politique pour maximiser les récompenses obtenues. La conséquence de cette exploitation est que le réseau de

neurones oublie la politique π qu’il a apprise pour se concentrer sur une approximation des états exploités.

Un autre problème est que les réseaux de neurones ont des difficultés pour apprendre différentes tâches

successivement, connu sous le nom de catastrophic forgetting [131] (oubli catastrophique) car l’agent oublie la

tâche précédemment apprise.

Dans son travail de thèse, Lin utilise le terme d’expérience pour décrire la transition opérée par l’agent

à chaque pas de temps et = (st, at, rt, st+1) [148] correspondant à l’action at effectuée dans l’état st,

l’état résultant st+1 et la récompense associée rt à l’application de at dans st. Lin propose de réutiliser

l’expérience (experience replay) acquise et de la stocker afin de réutiliser les connaissances acquises de

manière off-line. La réutilisation de l’expérience présente plusieurs intérêts : d’une part l’accélération de la

propagation de la récompense obtenue, particulièrement intéressante dans les environnements où l’acquisition

d’informations est coûteuse, et d’autre part la diminution du sur-apprentissage en réutilisant l’expérience

acquise précédemment [148]. Ainsi, en stockant les expériences, il est possible de les réutiliser pour réapprendre

ce qui a été exploré précédemment.

L’une des nouveautés proposée par Mnih et al. dans leurs travaux est d’exploiter la réutilisation d’expérience

pour mettre à jour l’algorithme du DQN en rejouant une partie des expériences tirée de manière aléatoire

dans l’ensemble de la mémoire d’expériences. Le premier avantage est la mise à jour des poids du réseau de

neurones, permettant d’accrôıtre l’efficacité de l’acquisition de données (phase d’exploration moins longue

avec la conservation de l’expérience). Le second avantage est l’utilisation d’expériences aléatoirement tirées

plutôt que de rejouer les dernières expériences, afin d’éviter la corrélation entre les échantillons et d’améliorer

l’apprentissage. Enfin, le dernier intérêt est qu’en rejouant sur des échantillons aléatoires, le système évite de

n’explorer qu’une seule partie de l’environnement et d’accumuler un ensemble d’expériences moins pertinentes
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qui, sur le long terme, peuvent réduire la qualité de la politique.

Récompenses tronquées

La seconde contribution de leurs travaux justifie la robustesse de leur approche où, avec une architecture

unique, le même algorithme d’apprentissage et des hyper-paramètres identiques, il est possible d’entrainer

des réseaux pour différents jeux et d’obtenir des performances supérieures à celle d’un humain. L’utilisation

des récompenses tronquées (clipped rewards), correspondant à la réduction de toutes les récompenses dans

l’intervalle [−1, 1], permet de limiter le besoin de connaissances expertes définies a priori pour le système

et permet de conserver les mêmes paramètres pour l’apprentissage entre différents jeux. En effet, certains

jeux comme Pong utilisent naturellement une récompense de 1 ou -1. Alors que détruire les vaisseaux extra-

terrestres dans Space Invaders incrémente le score de 5, 10 ou 15 points par exemple en fonction du vaisseau

et 200 points pour le vaisseau amiral. Ou encore, dans le jeu Ms. Pac-Man, manger un fantôme donne une

récompense de 100 alors que manger la nourriture au sol donne une récompense de 25. Par conséquent, quelle

que soit la récompense (5,10,15 ou 200) pour Space Invaders, l’apprenant reçoit une récompense tronquée à

1 et une récompense de -1 lorsqu’il perd le jeu. Les récompenses tronquées ne prennent pas en compte la

différence entre les points et perd la notion que le vaisseau amiral est plus important que les autres vaisseaux.

Néanmoins, l’apprentissage est plus autonome face à des contextes différents et obtient de meilleures

performances qu’avec les récompenses classiques mais il perd une partie de l’information sur les différences

entre les conséquences de ses actions [169, 243]. Les travaux de van Hasselt et al. proposent de normaliser

les récompenses plutôt que de les réduire pour que l’agent identifie une différence dans l’importance de ses

récompenses [243]. Cependant, normaliser les récompenses peut poser problème lors de l’exploration car l’état

optimal et donc le meilleur gain atteignable est a priori inconnu.

5.3.2 Perspectives de l’ajout des réseaux de neurones dans l’apprentissage par

renforcement

L’apprentissage profond apporte l’usage d’une fonction d’approximation sous la forme de réseau de

neurones pour gérer des espaces d’états et d’actions plus grands que les versions tabulaires de l’apprentissage

par renforcement classique. Là où le Q-Learning doit explorer chaque couple état-action pour déterminer

une politique, le DQN extrait des motifs à partir de données d’entrées dépendantes du problème (par

exemple des images brutes d’un jeu vidéo [168, 138]) pour construire un état de l’environnement. Les travaux

sur la combinaison de l’apprentissage profond avec l’apprentissage par renforcement [168, 169, 221] ont

changé le visage de l’apprentissage par renforcement en permettant d’envisager des espaces d’états et/ou

d’actions continus. L’autonomie de ces approches est également accrue dans la mesure où, avec la fonction

d’approximation, l’algorithme peut proposer une action pertinente dans des états qu’il n’a encore jamais

explorés. Ces travaux sont appliqués à un agent unique dans l’environnement. Le contexte de notre travail

gagne à disposer d’une approche décentralisée où plusieurs agents vont apprendre en même temps. Cependant,

dans un cadre multi-agents, de nouveaux problèmes apparaissent, notamment la difficulté de trouver un bon
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objectif d’apprentissage pour les agents. Quel sera l’impact de l’apprentissage concurrent dans ce cas ? La

prochaine section s’intéresse donc à l’apport de l’apprentissage par renforcement profond dans un contexte

multi-agents avec les avantages et les limites de ces approches.

5.4 Application au contexte multi-agents

L’apprentissage par renforcement multi-agent, appelé Multi-Agent Reinforcement Learning (MARL) par

la communauté anglophone, a pour objectif de proposer des algorithmes permettant à un ensemble d’agents

autonomes d’apprendre par exemple des tâches complexes, de coopérer en disposant de communications

limitées ou encore de maximiser un gain individuel au détriment des autres agents. Il existe plusieurs types

de tâches dans le MARL en fonction de l’objectif des agents. Dans un cadre coopératif, les agents maximisent

une récompense jointe. Dans un cadre compétitif, les agents maximisent leurs bénéfices individuels au

détriment des autres agents. On trouve aussi des approches mixte (ni entièrement compétitive, ni entièrement

coopératives) [38]. De multiples agents interagissant dans un environnement dynamique et non déterministe

ne permettent pas d’élaborer un comportement pour chaque agent à l’avance, l’apprentissage est donc crucial

pour le système que nous voulons mettre en place. Dans le cadre de cette thèse, l’apprentissage a pour objectif

de construire des politiques urbaines, nous considérons donc les tâches a priori coopératives où les agents

coopèrent pour satisfaire la fonction objectif du décideur. Cependant, nous verrons que dans un contexte

d’apprentissage individualisé et décentralisé, l’agent cherche plutôt à satisfaire ses propres intérêts, sans pour

autant être en compétition avec d’autres agents. Par conséquent, les tâches que nous considérons relèvent

davantage des approches mixtes.

L’apprentissage par renforcement profond multi-agent ou Multi-Agent Deep Reinforcement Learning

(MADRL) rapproche deux domaines en utilisant les progrès récents dans le domaine du DRL dans un contexte

multi-agent [36]. Le premier travail combinant ces deux approches peut être celui de Tampuu et al. proposant

à deux joueurs de s’affronter au jeu de Pong [231] s’inspirant des travaux effectués en DRL sur les jeux

Atari [168]. Ils explorent un contexte mixte dans lequel la récompense détermine le type de joueur (compétitif

ou collaboratif) présent dans le jeu et proposent un équivalent d’Independent Deep Q-Learner basé sur un

Deep Q-Network [168] par agent.

Nous consacrons cette section au MARL et au MADRL en commençant par les challenges que posent

cette discipline puis par une présentation de son contexte formel.

5.4.1 Motivation

Le besoin de décentralisation dans l’apprentissage multi-agents permet une représentation plus réaliste

des systèmes complexes où ses composantes sont régulièrement des entités indépendantes qui partagent leurs

connaissances, par exemple en communiquant. Le système multi-agents est robuste par nature en éliminant

le point individuel de défaillance des systèmes centralisés. Ainsi, si un ou plusieurs agents apprennent une

mauvaise politique par exemple, le système est toujours en mesure de fonctionner avec les autres agents. En
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distribuant l’apprentissage, les agents peuvent également apprendre en parallèle, que ce soit sur la même

tâche ou sur une tâche différente.

Le système multi-agents apparait comme une réponse aux contraintes de passage à l’échelle rencontré

dans l’apprentissage par renforcement mono-agent. Ains, en fragmentant l’environnement, il est possible de

disposer d’agents dont l’ensemble d’états est moins conséquent. L’agent ne doit plus nécessairement avoir une

vision globale avec l’intégration de tous les capteurs et actionneurs à chaque itération. Le passage à l’échelle

en utilisant un apprentissage multi-agents est plus facile à réaliser que dans un cadre centralisé.

5.4.2 Challenges liés au passage multi-agents

Cependant, le passage de l’apprentissage par renforcement mono-agent à l’apprentissage par renforcement

multi-agents fait émerger un ensemble de nouveaux verrous. En effet, chaque agent présent dans l’environnement

va agir en même temps que les autres. L’ensemble de ces actions, également appelée action jointe, est appliquée

pour modifier l’environnement.

Tuyls et Tumer posent les deux questions suivantes dans le cadre du MARL [239] :

— Comment les agents prennent-ils en compte l’action jointe effectuée par les autres agents du système ?

— Comment les agents choisissent-ils des actions permettant d’apporter un bénéfice immédiat mais

également de structurer les actions des autres agents dans le futur ?

Ces notions se réfèrent à la complexité de l’apprentissage concurrent que l’on rencontre dans le cadre multi-

agents et plus particulièrement à la notion de non-stationnarité de l’environnement. Ces deux questions sont

abordées dans cette section et notre contribution cherche également à y répondre.

Environnements non-stationnaires et impact dans le MADRL

Un environnement est dit stationnaire lorsque les probabilités des transitions et des récompenses sont

indépendantes du temps. Ainsi, quel que soit l’itération où l’état est rencontré, la meilleure action à appliquer

dans cet état est toujours la même. Un agent unique dans un système n’est concerné que par les conséquences

des actions qu’il effectue. Cependant, dans un contexte multi-agents, l’agent n’observe plus seulement les

conséquences de ses actions mais également les conséquences des actions des autres agents. Lorsque des agents

apprennent de manière concurrente, l’environnement devient non-stationnaire. Ainsi, en même temps qu’ils

apprennent de leur environnement, ils modifient leur politique, ce qui impacte la fonction de transition. Le

résultat de l’action a dans l’état s valable au temps t ne le sera pas nécessaire au temps t+ 1. L’interaction

entre les différents agents modifie régulièrement la politique des autres agents et affectent également leur

politique optimale [177].

La non-stationnarité a un impact sur la preuve de convergence du Q-learning puisque la propriété de

Markov n’est plus respectée [240]. Hernandez-Leal et al. proposent de formaliser la non-stationnarité de la

manière suivante [98]. Soit N l’ensemble des agents apprenants. Considérons un agent apprenant i ∈ N et

notons −i = N \ {i} l’ensemble des autres agents apprenants. La fonction de valeur dépend de l’action jointe
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a = (ai,a−i) et la politique jointe est égale à π(s,a) = Πjπj(s, aj), j ∈ N :

V π
i (s) =

∑
a∈A

π(s,a)
∑
s′∈S

T (s, ai,a−i, s
′)[R(s, ai,a−i, s

′) + γVi(s
′)]

Par conséquent, la politique optimale de l’agent i est la meilleure réponse (MR) en fonction de la politique

des autres agents :

π∗
i (s, ai,π−i) =MRi(π−i) = argmax

πi

V
(πi,π−i)
i (s)

= argmax
πi

∑
a∈A

πi(s, ai)π(s,a−i)
∑
s′∈S

T (s, ai,a−i, s
′)[R(s, ai,a−i, s

′) + γV
(πi,π−i)
i (s′)]

Comme nous l’avons abordé dans les succès récents sur l’apprentissage par renforcement profond, l’une

des contributions de Mnih et al. est la réutilisation d’expériences acquises pour alimenter le réseau de

neurones [168]. Cependant, dans un environnement non-stationnaire, l’expérience qui est enregistrée peut

rapidement être non-pertinente pour l’apprentissage. L’usage des réseaux de neurones permet d’utiliser

des espaces d’états et d’actions plus grands [203, 231] cependant la non-stationnarité de l’environnement

multi-agent impacte négativement l’experience replay [77, 186] et plusieurs travaux cherchent à améliorer

sa stabilité comme les travaux de Foerster et al. [77] dans le cadre d’un apprentissage centralisé. Leibo et

al. [145] proposent de réduire la taille de la mémoire pour l’experience replay et Foerster et al. [78] de le

supprimer entièrement. Cependant, ces approches sont plus impactées par le fléau de la dimension [203].

Nous abordons ce verrou dans notre seconde contribution de thèse afin de permettre l’usage de la

réutilisation d’expérience dans un cadre non-stationnaire.

Identification de la contribution de chaque agent

Dans un contexte coopératif, la transition de l’environnement T (s,a, s′) repose sur l’action jointe a

effectuée par l’ensemble des agents. Cependant, comment l’agent identifie-t-il s’il a contribué à l’évolution des

performances du système ou si ces modifications sont liées à un autre élément de l’environnement ? Afin de

pouvoir mettre à jour sa politique à partir de l’action qu’il a effectuée et de son état, l’agent a besoin d’une

récompense représentant sa contribution au système. Ce verrou, appelé multiagent credit assignment problem

en anglais, est le problème lié à l’attribution d’une récompense pour un agent donné basée sur la performance

d’un ensemble d’agents [244].

L’attribution de la récompense dépend du problème considéré [239] :

1. les agents reçoivent tous la récompense globale du système. Bien que cette approche fonctionne avec

un nombre restreint d’agents, elle est moins efficace quand le nombre d’agents augmente et réduit la

qualité de l’apprentissage puisque les agents évaluent plus difficilement leurs contributions ;

2. les agents reçoivent une partie de la récompense globale du système. L’agent n’a plus besoin d’avoir

l’information sur la totalité de l’état mais uniquement les composantes locales de son état. Cette

récompense ne dépend normalement pas des autres agents. Cette approche peut être impactée par la

factorisation du problème où il est possible qu’une bonne récompense pour l’agent ne signifie pas une
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amélioration de performances au niveau global ;

3. les agents calculent une récompense égale à la différence entre la récompense du système avec l’action

effectuée et la récompense du système si l’agent n’avait pas effectué d’action. L’avantage de cette

méthode est qu’il est plus facile d’identifier les contributions de chaque agent, le désavantage est qu’elle

requiert une connaissance de l’état global du système.

Dans le cadre de notre étude, nous considérons le second cas avec des récompenses locales pour les agents.

Problème de la cible mouvante

Un agent apprend à atteindre une cible au tir à l’arc en calibrant son tir et en apprenant au fur et à

mesure à faire les bons gestes pour atteindre sa cible régulièrement. Si pour une raison quelconque, un second

agent déplace la cible de deux mètres en arrière, l’agent devra à nouveau apprendre à calibrer son tir pour

atteindre la cible. Ce problème du moving target est lié au fait d’essayer d’atteindre un objectif que l’on pense

être optimal mais qui peut changer pendant l’apprentissage [246, 36]. Le terme vient initialement de travaux

portant sur des prédateurs poursuivant des proies pour les capturer. En effet, à cause de la non-stationnarité

de l’environnement, une politique optimale à un instant t ne l’est plus forcément à l’instant t+Δt.

Il s’agit d’un verrou de l’apprentissage multi-agents puisqu’un agent peut produire une politique optimale

π∗ par rapport à son environnement à un instant t et exploiter cette solution et avoir des difficultés à s’adapter

aux changements de l’environnement quand les autres apprenants modifient leurs propres politiques locales.

Dans le cadre de notre thèse, les approches que nous envisageons sont concernées par le problème de la cible

mouvante.

Difficultés liées à l’augmentation du nombre d’agents

L’ajout d’agents fait crôıtre de manière exponentielle la taille de l’espace d’actions jointes rendant complexe

le calcul de toutes les solutions, et augmentant le coût de l’exploration et de l’exploitation des différentes

solutions. Le problème du fléau de la dimension, déjà présent dans le cadre de l’apprentissage par renforcement

mono-agent, est accentué ici avec l’augmentation du nombre d’agents.

Les verrous énoncés précédemment ont un impact sur le passage à l’échelle des approches multi-agents

pour la gestion d’un espace plus complexe. Le type d’apprenant peut donc jouer sur le passage à l’échelle en

réduisant l’espace d’actions à prendre en compte dans le cadre d’apprenants indépendants par exemple. Ces

approches ont leurs avantages et leurs inconvénients que nous verrons dans une prochaine partie.

Conclusion

Les verrous que nous venons d’aborder dans cette section sont ceux rencontrés dans le cadre de cette

thèse. Il existe d’autres verrous comme la gestion des espaces continus ou le transfert d’apprentissage qui ne

seront pas abordés dans cette thèse mais le lecteur est invité à consulter les revues de Nguyen et al. [177],

Arulkumaran et al. [10] pour plus de détails. L’approche de ces verrous dépend du cadre formel des problèmes

considérés. Nous aborderons ensuite la différence entre les apprenants indépendants et les apprenants d’actions
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jointes. Enfin, nous présenterons des techniques existantes attaquant certains de nos verrous dans un contexte

différent.

5.4.3 Cadre formel du MARL

Le MARL trouve beaucoup d’applications, notamment dans la représentation de systèmes complexes

et d’outils d’aide à la décision dans un cadre réel [181]. Deux catégories sont identifiées pour permettre

l’apprentissage multi-agent : d’une part les jeux stochastiques, qui serons brièvement présentés, et d’autre

part les applications du monde réel utilisant les Dec-POMDP, abordés dans la section 5.4.3 [183, 53].

Jeux stochastiques

Un jeu stochastique (Stochastic Game) [187] ou jeu de Markov (Markov Games) [150] s’intéresse à la

conception de stratégies permettant à des agents de vaincre leurs adversaires [54]. Il est décrit par le tuple :

G = 〈n, S,A, q, τ, π1, . . . , πn〉

où :

— n est le nombre de joueurs (d’agents) ;

— S est l’ensemble des états du jeu ;

— A est l’ensemble fini des actions ;

— πi est la stratégie de l’agent i ;

— τ : Πn
i=1A

i → R
n est la fonction de récompense et fait correspondre l’action jointe a = (a1, . . . , an) à

une récompense immédiate pour chaque joueur.

Dans chaque état s ∈ S, chaque joueur i choisi une action ai à partir de l’ensemble d’actions Ai(s) disponibles

dans cet état suivant sa stratégie πi(s).

Un ensemble de travaux porte sur la résolution de jeux coopératifs itérés comme l’algorithme d’apprentissage

des actions jointes (Joint Action Learners JAL) [50, 12] où l’agent apprend les Q-valeurs des actions jointes

plutôt que des actions individuelles. Les algorithmes de Minimax Q-learning [150], Nash Q-learning [110] et

Correlated Q-learning [89] apprennent une action jointe pour chaque agent i ∈ n. Ces algorithmes nécessitent

de connaitre les actions effectuées par les autres agents et ont donc besoin de modéliser leurs adversaires

(opponent modeling). Par opposition, les agents peuvent également apprendre sans avoir à modéliser leurs

adversaires avec des algorithmes comme Win or Learn Fast (WoLF) [33, 31] consistant à s’adapter rapidement

quand l’agent perd et lentement quand il gagne. Le regret est utilisé pour modifier sa politique en fonction

du choix de l’action [94, 95]. L’algorithme AWESOME (Adapt When Everybody Is Stationary, Otherwise

Move to Equilibrium) [54] converge contre des adversaires stationnaires. Hansen et al. [91] permettent la

gestion d’observations locales et individuelles dans les jeux stochastiques partiellement observables Partially

observable stochastic games (POSGs). Des états de l’art plus complets sur les jeux stochastiques sont

disponibles [193, 36, 5, 219].
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Processus de décision markovien partiellement observable et décentralisé

Lorsque le contexte devient décentralisé, un modèle couramment utilisé est le processus de décision

markovien décentralisé dans les environnements partiellement observables ou Decentralized Partially Observable

Markov Decision Process (Dec-POMDP) (figure 5.3). Le Dec-POMDP est plus régulièrement utilisé dans la

communauté de la planification où le modèle est connu au début de la tâche de planification. Le Dec-POMDP

est un sous cas des POSG que nous choisissons pour la structure factorisée de l’environnement que nous

introduisons dans la partie suivante.

Le Dec-POMDP est défini par [23] :

〈D,S,A, T,R,Ω, O〉

où :

— D = {1, . . . , n} est l’ensemble fini des agents ;

— A = ×i∈DAi est l’ensemble des actions jointes où Ai est l’ensemble des actions disponibles pour

l’agent i ;

— S, T,R sont identiques à la description du MDP (section 5.2.1) ;

— Ω = ×i∈DΩi est l’ensemble des observations jointes où Ωi est l’ensemble des observations disponibles

pour l’agent i ;

— O est identique à la description du POMDP (ligne 8).

À chaque pas de temps t, chaque agent i applique une action ai,t. On obtient donc l’action jointe

at = 〈a1,t, . . . , an,t〉. Dans un Dec-POMDP, les agents ne disposent pas d’informations concernant les actions

effectuées par les autres agents. Par défaut, les agents agissent uniquement à partir de leurs observations

courantes (ou de l’historique de leurs observations) et aucune communication n’est envisagée. La définition

du Dec-POMDP nous permet uniquement de poser les bases formelles permettant d’introduire le Factored

Dec-POMDP [184]. Le lecteur intéressé par ce modèle spécifique peut consulter des ouvrages approfondissant

le sujet des Dec-POMDP [70, 181].

Dec-POMDP factorisés

Dans un Dec-POMDP, la fonction de récompense R spécifie uniquement la récompense immédiate pour

l’action jointe. Un agent ne sait pas dans quelle mesure sa contribution impacte la récompense obtenue.

Le Factored Dec-POMDP [6, 182] est une extension du Dec-POMDP où les états sont découpés en

sous-états (figure 5.4). La particularité de cette approche est de considérer l’état comme un état factorisé,

composé de l’ensemble des sous-états de l’environnement. Le factored Dec-POMDP est décrit par le tuple

suivant [184] :

G = 〈D,S,A, T,O, O,R, γ〉
où

— D = {1, . . . , n} est l’ensemble fini des agents ;
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Etat réel

Figure 5.3 – Dans le Dec-POMDP, plusieurs agents interagissent en même temps sur l’environnement et reçoivent
l’observation jointe, la récompense jointe et appliquent une action jointe.

— S = χ1 × · · · × χ|χ| est l’espace d’états factorisé. S est défini par un ensemble χ = {χ1, . . . , χ|χ|} de

variables d’états ou facteurs et un état est une allocation de chaque facteur s = 〈x1, . . . , x|χ|〉 pour

chaque xi ∈ χi. On note s0 l’état décrivant les valeurs initiales des facteurs d’états pour tous les états

au temps t = 0 ;

— A = ×iAi est l’ensemble des actions jointes, où Ai est l’ensemble des actions disponibles pour l’agent i ;

— T = P(s′|s, a est la fonction de transition spécifiant la probabilité de transition entre les états ;

— O = O1 × . . .On est l’ensemble des observations jointes o = 〈o1, . . . , on〉 et où Oi est l’ensemble des

observations pour l’agent i ;

— O est la fonction d’observation, spécifiant les probabilités d’avoir une observation jointe o à l’état s′ :
P(o|a, s′) ;

— R = {R1, . . . , Rn} est l’ensemble des fonctions de récompenses factorisées ;

— γ ∈ [0, 1) est un facteur de réduction.

Si on considère qu’un état est égal à un facteur d’état alors chaque agent a un état local avec ses observations

et sa récompense locale. La fonction de récompense est unique à chaque agent local.
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Etat réel Etats factorisés

Figure 5.4 – Les agents observent un espace factorisé de l’environnement total et les actions qu’ils proposent modifient
cet environnement factorisé.

Ce modèle propose une factorisation forte de l’environnement qui convient à notre contexte d’étude.

5.4.4 Différents types d’approches

Dans un cadre d’apprentissage multi-agents, la littérature identifie deux grandes catégories d’agents : les

apprenants individuels, abrégé IL pour Independent Learners et les apprenants d’actions jointes, JAL les

Joint-Action Learners [36, 27].

Apprenants indépendants

Les agents indépendants ignorent les autres agents parce qu’ils n’ont pas, par exemple, de moyen de

communication adéquat. L’apprentissage multi-agent se réduit donc à un apprentissage mono-agent où l’agent

observe un environnement stochastique. Cette approche facilite le passage à l’échelle avec le nombre d’agents,

cependant, comme le note Bloembergen et al., les performances vont dépendre du domaine d’application et

du choix des algorithmes [27]. Cependant, pour un agent, l’environnement apparait non-stationnaire et cela

doit être pris en compte dans l’apprentissage. Des algorithmes comme le Q-learning peuvent être applicables

dans des cas simples [36]. Un algorithme populaire dans le cadre du MARL est l’Independant Q-Learning de

Tan [232] qui compare les résultats d’agents indépendants avec des agents partageant des connaissances dans

un problème de capture de proies. Le Distributed Q-learning [140] ainsi que le FMQ (Frequency Maximum Q

Value) [125] ne requièrent pas de communication entre agents pour converger. Cependant, un problème de ces

approches concerne les restrictions fortes sur le fonctionnement de leur environnement, puisqu’ils nécessitent

des environnements déterministes. Même impactés par les problèmes de non-stationnarité, les apprenants

indépendants obtiennent de bons résultats [160].
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Apprenants d’actions jointes et politiques centralisées

Les JAL sont l’opposé des IL dans la mesure où ils considèrent les autres agents lors de l’apprentissage.

Introduit par Claus et Boutilier, les JAL apprennent dans l’espace des actions jointes plutôt que dans l’espace

des actions individuelles [30]. En observant les actions des autres apprenants, la coordination est améliorée

car l’agent agit de manière optimale en fonction des autres apprenants. Les apprenants ont cependant besoin

de pouvoir observer les actions des autres agents, ce qui implique de disposer d’un moyen de communication

ou de perception des autres agents. Ils doivent également être capables de s’adapter et de prédire les

actions futures des autres apprenants. L’apprentissage d’action jointes gère plus facilement les problèmes de

coordination et limite la non-stationnarité mais le nombre d’agents dans la simulation impacte davantage ce

type d’approche [203]. Par conséquent, cette approche entièrement centralisée passe mal à l’échelle avec le

nombre d’agents.

Les approches entièrement collaboratives sont regroupées en fonction des interactions possibles entre les

agents. La coordination entre les agents permet d’accéder plus rapidement à l’objectif en agissant ensemble.

Certaines approches n’utilisent pas de coordination en émettant des hypothèses sur la manière dont les agents

agissent, notamment le Team Q-learning [151] qui considère que les actions jointes optimales sont uniques.

Dans le cadre de la coordination indirecte, les agents définissent un modèle des autres agents [50]. Dans le

cadre de la coordination explicite, les agents peuvent négocier les actions à effectuer [247].

Dans les approches hybrides entre coopération et compétition, les agents peuvent coopérer en conservant

des objectifs individuels.

5.5 Conclusion

L’apprentissage par renforcement multi-agents apparait comme une solution évidente pour modéliser

des systèmes complexes tels que les zones urbaines. L’avantage de l’utilisation d’un apprentissage multi-

agents est la possibilité de décentraliser l’apprentissage de politiques et de disposer d’un découpage local

des agents plutôt que de devoir prendre en compte l’espace global. Cependant, le recours à l’apprentissage

par renforcement multi-agents amène de nouveaux verrous par rapport à l’apprentissage par renforcement

mono-agent avec l’introduction d’environnements non-stationnaires et la recherche d’une politique optimale

dans un apprentissage concurrent. Nous avons abordé les différentes tâches d’apprentissage existantes ainsi

que les types d’agents apprenants existants pour nous inscrire dans un contexte où nos agents apprenants

sont indépendants, avec des espaces d’états locaux et des récompenses locales.

L’apprentissage par renforcement profond multi-agents apporte déjà des éléments de réponses à certains

verrous de la communauté, notamment avec la fonction d’approximation permettant de considérer des espaces

d’états ou d’actions beaucoup plus vastes. Cependant, la réutilisation d’expériences, l’une des clés du succès

des approches fondatrices de l’apprentissage par renforcement profond, est impactée par la non-stationnarité

induite par l’apprentissage concurrent dans un contexte multi-agents. Bien qu’il existe des méthodes pour

palier à la réutilisation d’expériences dans un cadre non-stationnaire, aucun travail à notre connaissance n’est

fait sur la réutilisation d’expériences avec des algorithmes de fonction de valeurs sans connaissance du modèle.
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Une remarque sur le développement des techniques dans la communauté de l’apprentissage par renforcement

multi-agents reproche aux approches de s’intéresser à des scénarios-jouets où le nombre d’agents est faible

(généralement 2) [240]. L’objectif de l’utilisation de l’apprentissage multi-agents dans le cadre de cette thèse

est de construire un ensemble d’agents apprenants à l’échelle d’une zone urbaine. Il faudrait faire croitre la

taille de la zone urbaine sans que les performances au niveau qualité des solutions ne soient impactées.

Afin de permettre un passage à l’échelle simplifié dans un cadre multi-agents, nous envisageons un

apprentissage décentralisé avec des agents apprenants indépendants. Dans un cadre de construction de

politiques urbaines, il n’est pas toujours possible de connaitre a priori le modèle de l’environnement. Nous

nous intéressons donc à la construction d’un modèle permettant d’apprendre des spécificités locales sans

connaissance a priori de l’environnement et de son modèle. Les approches décentralisées semblent être des

hypothèses valables pour représenter des systèmes complexes avec des capteurs dispersés dans une zone

urbaine par exemple. L’apprentissage multi-agents est donc envisagé comme une solution pour doter notre

outil d’aide à la décision SmartGov d’une couche auto-adaptative pour assister le décideur dans la construction

de politiques urbaines. Le prochain chapitre présente un algorithme avec plusieurs objectifs : d’une part

proposer de répondre aux verrous de la réutilisation d’expériences dans un cadre non-stationnaire et également

de pouvoir identifier la contribution individuelle de chaque agent dans un contexte sans communications et

d’autre part de doter SmartGov d’un module d’apprentissage pour la couche macroscopique.
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Chapitre 6. Une nouvelle méthode d’apprentissage multi-agents pour la coordination d’agents sans
communication

6.1 Introduction

L’étude d’exemple réels pour la simulation nécessite de prendre en compte des espaces d’états ou d’actions

conséquents. Ainsi, un environnement réaliste aura un nombre d’états croissant en fonction de la description

plus ou moins complexe de celui-ci. Les précédentes approches d’apprentissage par renforcement, utilisant des

représentations tabulaires des couples états-actions, sont donc limitées. Dans le cadre de la conception d’une

politique urbaine, nous souhaitons simplifier la tâche du décideur pour l’exploration de politiques pertinentes

parmi l’ensemble des politiques possibles. L’utilisation d’apprentissage par renforcement permet de traduire

ses objectifs en une fonction de récompense exploitable par les agents pour produire une politique urbaine

adaptée. Ce chapitre introduit la seconde contribution de cette thèse où nous proposons une architecture

multi-agents, multi-niveaux, appelée CDQN (Clustered Deep Q-Network) permettant un contrôle autonome

et adaptatif d’un ensemble d’agents à l’aide d’apprentissage par renforcement multi-agents profond.

Avant l’introduction de l’apprentissage par renforcement profond, les approches d’apprentissage par

renforcement multi-agents reposaient en partie sur une représentation tabulaire des couples états-actions

Q(s, a). L’une des limites des méthodes tabulaires dans le cadre de l’apprentissage est la taille de l’espace

d’états ou d’actions qu’il est possible de considérer. L’apport de l’apprentissage par renforcement profond, avec

l’utilisation d’une fonction d’approximation, permet désormais de considérer des espaces d’états et d’actions

bien plus conséquents. Dans le cadre de ce chapitre, nous nous intéressons à l’utilisation de l’apprentissage par

renforcement profond dans un cadre multi-agents et aux problématiques identifiées par la communauté. En

effet, une des difficultés liée à l’apprentissage par renforcement multi-agents est celui de l’apprentissage dans un

cadre non-stationnaire, considéré comme un problème clé par la communauté [38, 141]. La non-stationnarité

est due à la perte de l’environnement de sa propriété markovienne aux yeux d’un agent. La fonction de

transition et de récompenses évoluent avec le temps en même temps que les agents apprennent et leur choix

d’actions évoluent. Le chapitre précédent introduit les verrous auxquels la communauté de l’apprentissage par

renforcement multi-agents est confronté et plus particulièrement les verrous suivants :

— Difficulté d’apprendre sans communication : dans la mesure où les autres agents évoluent

également, apprendre en présence d’autres agents apprenants complexifie l’identification de la contribu-

tion de l’agent sur les performances du système et la récompense qu’il doit prendre en compte pour

l’apprentissage [46] ;

— Réutilisation d’expériences passées obsolètes : dans un environnement non-stationnaire, les

transitions 〈s, a, r, s′〉 stockées sont faussées car la transition qui était valable au temps t ne sera plus

valable au temps t+Δt. Par conséquent, rejouer une partie de la mémoire de travail pour alimenter le

réseau de neurones pose problème.

— Problème de la cible mouvante : Les techniques d’apprentissage de politiques décentralisées doivent

prendre en compte la possibilité d’avoir la politique optimale de chaque agent changée pendant

l’apprentissage [32].

Notre objectif avec cette seconde contribution est de proposer des méthodes de résolutions à ces problèmes

clés identifiés par la communauté notamment sur la réutilisation d’expériences dans un environnement

non-stationnaire pour l’apprentissage par renforcement profond, ainsi que la possibilité de passer à l’échelle
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avec des agents indépendants capable de se coordonner sans communications.

Dans une première partie, ce chapitre présentera les problématiques et motivations amenant à l’architecture

CDQN. Puis, nous aborderons le formalisme associé à notre approche. Ensuite, nous nous intéresserons en

détail au fonctionnement de chaque niveau de notre approche et de leur interaction. Enfin, le couplage entre

CDQN et SmartGov sera introduit.

6.2 Clustered Deep Q-Network (CDQN)

Nous proposons le modèle Clustered Deep Q-Network (CDQN) comme une contribution à l’apprentissage

par renforcement multi-agents profond. Le CDQN, composé d’une population multi-agents et multi-niveaux,

propose de s’intéresser aux problématiques mentionnées dans la section précédente. D’une part en disposant

d’agents apprenants appliquant une action jointe contrainte pour limiter l’impact de la non-stationnarité

pendant l’apprentissage. D’autre part avec l’utilisation des scores de confiance et des récompenses locales

pour coordonner des actions dans un environnement partiellement observable sans aucune communication

(section 6.2). Le CDQN utilise une hiérarchie d’agents tel que :

— le premier niveau possède des agents apprenants ayant une perception locale de leur environnement ;

— le niveau supérieur dispose d’agents de contrôle manipulant des clusters d’agents apprenants.

Chaque agent apprenant possède son propre Deep Q-Network pour avoir un apprentissage individuel.

Figure 6.1 – Les trois agents apprenants locaux (deux apprenants orange et un apprenant bleu) sont séparés en
deux clusters (orange et bleu). Un agent apprenant local dl1 reçoit une observation ot de l’environnement et suggère
une action as

1 à son agent de contrôle dc1. À l’aide d’un système de vote, un agent de contrôle dc1 choisit l’action al
1

que l’apprenant dl1 applique sur l’environnement. À l’itération suivante, dl1 reçoit une nouvelle observation ot+1 ainsi
qu’une récompense rt+1.

Cette section introduit dans un premier temps le modèle formel du CDQN avant de s’intéresser au détail

de chaque composante de l’architecture.
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Soumissions L’architecture formelle Clustered Deep Q-Network, présentée dans ce chapitre, a donné lieu

aux publications :

— d’un résumé étendu (Extended Abstract à l’Autonomous Agents and Multi-Agent Systems (AAMAS),

présenté avec un poster en 2019 à Montréal au Canada [192] ;

— d’un article à la Conférence Nationale sur les Applications Pratiques de l’Intelligence Artificielle (APIA),

présenté en 2019 à Toulouse en France [191].

6.2.1 Modèle formel du CDQN

Le modèle formel du CDQN est une extension du factored Dec-POMDP [6, 182]. Le CDQN est décrit par

le tuple suivant :

〈D̂, Ŝ, Â, Tt, Ô, O,R, τ, γ〉
où :

— D̂= Dl∪Dc est l’ensemble fini des agents avec Dl l’ensemble fini des agents apprenants et Dc l’ensemble

fini des agents de contrôle. |Dl| =M ∈ N
+∗ est le nombre d’agents locaux. |D̂| est borné par |Dl|+ 1

dû au nombre minimal de cluster de 1 et par |Dl| × 2 dans le cas où il existe un cluster par agent

apprenant ;

— Ŝ = Sl ∪ Sc est l’ensemble des états de l’environnement où Sl est l’ensemble fini des espaces factorisés

des apprenants et Sc est l’ensemble fini des états des agents de contrôle ;

— Â= Al ∪ Ac est l’ensemble fini des actions jointes avec Al l’ensemble fini des actions disponibles pour

les agents apprenants et Ac l’ensemble fini des actions de contrôle ;

— Tt(s, a, s
′) = P(s′|s, a) est la fonction de transition non-stationnaire spécifiant la probabilité de transition

entre états s et s′ à l’instant t ;

— Ô= Ol ∪Oc est l’ensemble fini des observations jointes où Ol est l’ensemble fini des observations jointes

des agents apprenants et Oc est l’ensemble fini des observations jointes des agents de contrôle ;

— O : Ol × Al × S l → [0, 1] est la fonction d’observation, spécifiant la probabilité P(o|a, s) de recevoir

l’observation o dans l’état s avec l’action jointe a ;

— R = {R1, . . . , RN} est l’ensemble des fonctions de récompenses et Ri est la fonction de récompense de

l’agent apprenant dli ;

— τ : Al ×Al × F(Sl)× F(Sl)n → {−ε, 0, ε} est la fonction de score de confiance, où F est la fonction

objectif utilisée dans le CDQN ;

— γ ∈ [0, 1) est un facteur d’atténuation.

Pour expliquer en détail les éléments du modèle formel, chaque couche sera d’abord explicitée avant de

voir la jointure de ces deux couches.

6.2.2 Objectif du CDQN

L’objectif du CDQN est de trouver la politique jointe π = 〈π1, . . . , πn〉 maximisant la récompense cumulée

espérée. Chaque population d’agents dispose de ses propres objectifs. L’objectif d’un agent apprenant i est
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d’avoir une politique πl
i spécifiant l’action à effectuer pour chaque couple action/observation θi = (ai, oi) de

l’environnement tel que πl
i(θi) = ai. L’objectif d’un agent de contrôle j est de maximiser d’une part son gain

cumulé et d’autre part de maximiser le gain global cumulé. Nous verrons dans la section 6.2.7 que l’agent de

contrôle peut choisir une configuration baissant son gain agrégé si cela augmente les performances globales. Il

y a donc une différence entre l’agent apprenant qui suit une politique individuelle et l’agent de contrôle qui

suit une politique collective. Cela se traduit par l’obtention de la meilleure répartition d’apprenants dans son

cluster. Cette répartition se fait en fusionnant ou en séparant une partie ou la totalité de leurs apprenants.

Par conséquent, l’un des objectifs de la simulation est de proposer la meilleure répartition en clusters des

agents locaux. Nous considérons donc une architecture où le nombre d’agents de contrôle et les agents locaux

qui leur sont affectés peuvent évoluer pendant la simulation.

6.2.3 Approche hiérarchique des agents

Notre approche repose sur deux populations d’agents décentralisés et hiérarchisés : les agents apprenants

locaux et les agents de contrôle.

Agents apprenants locaux

L’ensemble fini des agents apprenants locaux est défini par Dl = (dl1, . . . d
l
M ) où dli est un apprenant local

ou plus simplement apprenant. Les apprenants n’ont aucune connaissance sur l’existence d’autres apprenants

et ne peuvent donc pas communiquer avec eux. Le nombre d’apprenants M est immuable au cours de la

simulation.

Chaque agent dispose d’un espace factorisé tel que Sl
i = χ1,i × · · · × χ|χi|,i où Sl

i est recouvert par un

ensemble χi = {χ1,i, . . . , χ|χi|,i} de variables d’états ou facteurs. Un état sli ∈ Sl
i pour l’apprenant dli est une

attribution de tous ces facteurs tel que sli = 〈x1,i, . . . , x|χi|,i〉. L’espace d’états factorisés des agents locaux est

donc défini comme l’espace factorisé joint de chaque agent, tel que Sl = Sl
1, . . . ,Sl

M . Un état global est donc

sl = 〈sl1, . . . , slM 〉.
Considérons par exemple deux apprenants dl1 et dl2. d

l
1 possède un espace factorisé avec trois facteurs

χ1 = {χ1,1, χ1,2, χ1,3} avec :

— χ1,1 = {10, 15, 20, 25} la température de la pièce ;

— χ1,2 = {1, 2, 3, 4} la luminosité de la pièce ;

— χ1,3 = {0, 1} l’état d’un interrupteur.

Un état de l’espace factorisé de dl1 peut être par exemple sl1 = {10, 4, 1}. L’apprenant dl2 possède un espace

factorisé avec deux facteurs χ2 = {χ2,1, χ2,2} où :

— χ2,1 = {10, 15, 20, 25} est la température ;

— χ2,2 = {0, 1} l’état d’un interrupteur.

À un instant t, un état global possible du système est sl(t) = 〈{10, 4, 1}, {20, 1}〉.
Avec l’exemple précédent, nous observons que les deux espaces factorisés disposent de deux facteurs d’états

communs : la température de la pièce (χ1,1 de l’espace factorisé χ1 de l’apprenant dl1 et χ2,1 de l’espace

factorisé χ2 de l’apprenant dl2) et l’état d’un interrupteur (χ1,3 et χ2,2). En fonction de la description du
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problème, les espaces factorisés peuvent être similaires si pour deux espaces factorisés distincts, ils possèdent un

facteur d’état commun où la valeur est égale. Par exemple, si l’état de l’espace factorisé de dl1 est sl1 = {10, 4, 1}
et l’espace factorisé de dl2 est sl2 = {10, 0} alors le facteur d’état de la température est égal dans les deux

espaces factorisés. Nous notons la similarité entre deux états comme sl1 ≡ sl2 si pour deux valeurs x, y ∈ R

x ∈ χ1,1 = y ∈ χ2,1. Nous introduisons maintenant Sl
α comme l’ensemble fini des états globaux initiaux

similaires.

Choix de l’action chez l’apprenant L’ensemble fini des actions jointes des apprenants est défini par

Al = Al
i × · · · × Al

M où Al
i est l’ensemble des actions disponibles pour l’apprenant dli. Ces actions sont

dépendantes du scénario et sont appelées actions environnementales. Pendant l’apprentissage, l’apprenant dli
explore avec un algorithme ε-greedy en suivant sa politique telle que :

πi(s) =

{
argmaxal

i∈Al
i
Qi(s, a

l) avec une probabilité de 1− ε

U(Al
i) avec une probabilité de ε

(6.1a)

(6.1b)

où U(Al
i) est une sélection sur une distribution uniforme sur Al

i. Par la suite, chaque apprenant met à jour sa

politique à partir des transitions de sa mémoire de travail tel que :

Qi(s, a
l
i) ← Qi(s, a

l
i) + α

[
ri + γ max

a
′l
i ∈Al

i

Qi(s
′, a

′l
i )−Qi(s, a

l
i)
]

Agents de contrôle

L’ensemble des agents de contrôle ou clusters est défini par Dc = (dc1, . . . , d
c
N ) où l’agent de contrôle

dcj , j ∈ [1, N ], N ≤M gère un ensemble d’apprenants. Nous notons η le nombre d’apprenants dans un cluster.

À chaque itération, un apprenant appartient toujours à un agent de contrôle. Par conséquent, le nombre

possible de configurations pour les agents de contrôle est le nombre de manières dont l’ensemble des apprenants

peut être partitionné en sous-ensembles non-vides et disjoints (figure 6.2). Le nombre de configurations est

décrit par les nombres de Bell 1 et l’ensemble des configurations possibles des clusters est notée C.
L’ensemble fini des actions jointes des agents de contrôle est défini par C= ×jAc

j où Ac
j est l’ensemble

des actions disponibles pour l’agent de contrôle dcj . Ces actions, appelées actions de contrôle, permettent de

modifier la distribution des apprenants dans les clusters et sont indépendantes du scénario.

Les agents de contrôle ont la possibilité de communiquer entre eux lors de la simulation pour permettre

d’évaluer leurs actions de contrôle que nous verrons dans la section 6.2.7.

Observations de l’environnement

Un apprenant dli observe son état factorisé oli avec une probabilité O(oli, s
l
i, i) à chaque itération. On note

Ol = Ol
1 × · · · × Ol

M l’ensemble fini des observations jointes des apprenants où Ol
i est l’ensemble fini des

1. Le nombre de Bell est le nombre de partitions d’un ensemble à n éléments distincts.
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Figure 6.2 – Représentation du nombre de partitions pour 5 apprenants locaux. Pour 5 apprenants locaux, le nombre
de partitions est de 52. Chaque groupe de couleur représente un cluster ou agent de contrôle. Chaque point noir
n’appartenant pas à un groupe de couleur représente également un cluster avec un seul individu.

observations de l’apprenant dli et o
l = 〈ol1, . . . , olM 〉 une observation jointe.

L’ensemble fini des observations jointes des agents de contrôle, noté Oc = Oc
1 × · · · × Oc

m, où Oc
j est

l’ensemble des observations de l’agent de contrôle dcj et oc = 〈oc1, . . . , ocN 〉 une observation jointe. Les agents

de contrôle n’observent pas directement l’environnement et n’ont aucune information sur l’état factorisé des

apprenants composant les clusters. Cependant, un agent de contrôle dcj utilise les informations transmises par

les apprenants de son cluster comme perception, noté ocj .

6.2.4 Application des actions environnementales

À chaque pas de temps, un apprenant dli suggère une action asi ∈ Al
i à son agent de contrôle. Les actions

suggérées par les agents apprenants d’un cluster j sont notées as
j = 〈asi , . . . , asη〉, l’action jointe suggérée des

agents apprenants à leur cluster j.

L’agent de contrôle j utilise un système de vote pour sélectionner l’action choisie aaj ∈ as
j à partir de

l’action jointe suggérée as
j . Actuellement, le système de vote sélectionne l’action proposée en majorité. En cas

d’égalité, elle est arbitrairement sélectionnée parmi celles-ci. L’action ainsi choisie aaj est appliquée par chaque

apprenant du cluster sur leur état factorisé formant ainsi l’action jointe appliquée aa
j = 〈aa1 , . . . , aaη〉, où :

aa1 = aa2 = . . . = aaρ = aa
j

La première contribution de notre modèle CDQN est l’action unique imposée par l’agent de contrôle. À

n’importe quelle itération, tous les apprenants d’un même cluster effectuent la même action et ont donc la

même transition dans leur mémoire. Cela a pour effet de réduire la non-stationnarité de l’environnement et

d’amoindrir son impact sur la réutilisation d’expériences pendant l’apprentissage. L’ensemble des actions,

disponibles pour l’agent de contrôle, permettant de modifier la configuration des clusters, sera décrit plus
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tard dans la section section 6.2.7.

6.2.5 Attribution de la récompense

Dans le CDQN, nous faisons une différence entre la fonction objectif et la fonction de récompense.

Fonction objectif La fonction objectif F : Sl → R est propre au scénario. L’apprenant dli l’utilise pour

déterminer le gain gli d’un état de son espace factorisé sli ∈ Sl. Chaque apprenant dispose de la même fonction

objectif, cependant le gain obtenu est unique à l’apprenant en fonction de son état sli factorisé. L’évolution

du gain est utilisée pour déterminer la pertinence d’effectuer une action par rapport à une autre.

L’apprenant dli conserve l’information sur les gains suivants :

— gbli : la plus haute valeur de gain obtenue pendant l’exploration ;

— gli,k = (gli(t− k), . . . , gli(t− 1)) : un vecteur contenant les valeurs du gain des k précédentes itérations ;

— gli(t) : la valeur du gain à l’itération courante.

Le gain est indirectement utilisé dans l’apprentissage et permet aux agents d’avoir une représentation

pertinente de leur environnement. Il est donc nécessaire d’identifier la fonction objectif correcte pour que les

agents soient en mesure de proposer une politique pertinente.

Fonction de récompense La fonction de récompense R : F(Sl)×F(Sl)×F(Sl)k → {−1, 1}, est propre
au CDQN et évalue l’évolution relative du gain entre deux états factorisés après avoir appliqué l’action a.

Cette évolution peut être la conséquence d’une action particulière d’un autre apprenant ou d’un évènement

extérieur. Afin d’éviter le problème de l’identification de la contribution des agents (multi-agent credit

assignment problem), nous utilisons l’attribution d’une récompense individuelle. De plus, les agents de contrôle

préviennent les comportements individuels grâce à la différence entre les actions suggérées et les actions

appliquées. Ainsi, chaque apprenant dispose d’une fonction de récompense identique mais l’applique sur ses

propres variables. Cette approche s’inspire des travaux sur les récompenses différentes [2] (difference rewards)

où chaque agent apprend à partir d’une récompense individuelle plutôt que d’une récompense globale. Il est

ainsi plus simple d’évaluer la contribution de chaque agent dans les performances du système. Une récompense

de -1 ou 1 s’inspire des travaux sur les récompenses tronquées [243] (clipped rewards). L’utilisation de cette

fonction de récompense présente plusieurs avantages :

1. une représentation générique de l’attribution de la récompense, quel que soit la fonction objectif ;

2. une meilleure évaluation de la contribution de chaque agent.

Pour un apprenant dli, la fonction de récompense utilise son gain courant gli(t) ∈ R, son meilleur gain

obtenu gbli ∈ R et les k précédents gains gli,k ∈ R
k . La récompense est attribuée de la manière suivante :

r(gli(t), gb
l
i, g

l
i,k) =

⎧⎪⎪⎨
⎪⎪⎩

1 si gli(t) > gli,k

1 si gli(t) = gli,k et gli(t) = gbli

−1 si gli(t) ≤ gli,k et gli(t) < gbli

(6.2a)

(6.2b)

(6.2c)
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Les équations ci-dessus comparent une valeur de gain gli(t) avec un vecteur de valeurs gli,k. Dans le cas où

k = 1, il s’agit d’observer l’évolution du gain courant gli(t) par rapport au gain précédent gli(t− 1). Si k est

supérieur à 1, il existe différentes méthodes pour effectuer la comparaison entre la valeur à l’état courant et le

vecteur de valeurs : prendre en compte la valeur maximale du vecteur sur une fenêtre glissante, la valeur

moyenne, la valeur avec le plus grand nombre d’apparitions.

6.2.6 Score de confiance

Nous introduisons un score de confiance τ ∈ [−1, 1], utilisé par les agents de contrôle, pour évaluer la

contribution de chaque apprenant au sein du cluster suite à l’action jointe suggérée as
j . L’agent de contrôle j

reçoit de son cluster le gain agrégé gcj(t) ∈ R correspondant aux gains obtenus par l’ensemble des apprenants

du cluster, agrégés avec une moyenne ou une somme par exemple. Il utilise la fonction de confiance τ , définie

par τ : Al ×Al ×F(Sl)×F(Sl)n → {−μ, 0, μ}, pour mettre à jour le score de confiance de l’apprenant i à

partir de l’action suggérée asi ∈ Al, de l’action appliquée aaj ∈ Al, du gain agrégé aux k précédentes itérations

gcj,k ∈ F(Sl)n et du gain agrégé à l’itération actuelle gcj(t) ∈ F(Sl). Le gain agrégé d’un agent de contrôle

correspond à l’agrégation du gain de chaque apprenant de son cluster. Il peut donc être égal à la somme des

gains de chaque apprenants par exemple.

L’attribution du score de confiance aux apprenants suit les règles suivantes :

τ(asi , a
a
j , g

c
j(t), g

c
j,k) =

⎧⎪⎪⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎪⎪⎩

0 si l’action proposée est choisie aléatoirement

0 si asi 	= aaj et gcj(t) < gcj,k

μ si asi = aaj et gcj(t) ≥ gcj,k

−μ si asi = aaj et gcj(t) < gcj,k

−μ si asi 	= aaj et gcj(t) ≥ gcj,k

(6.3a)

(6.3b)

(6.3c)

(6.3d)

(6.3e)

L’apprenant voit donc son score de confiance augmenté si l’action qu’il propose est sélectionnée par l’agent

de contrôle et que les performances évoluent. Au contraire, son score de confiance décrôıt si l’action qu’il

propose est sélectionnée et que les performances diminuent.

Lors de la mise-à-jour du score de confiance, si l’incrément devrait augmenter le score au-dessus de 1

(respectivement en dessous de -1), le score de confiance sera fixé à 1 (respectivement à -1).

Identification des actions similaires L’incrément 6.3e conduit au résultat souhaité (pénalisation des

agents n’ayant pas proposé la meilleure action) s’il existe une unique action permettant d’avoir un gain

agrégé supérieur ou égal à partir de l’état précédent. Cela signifie que si le gain agrégé s’améliore mais qu’un

apprenant suggère une action asi différente de l’action appliquée aaj alors son score de confiance sera pénalisé.

Cependant, un agent peut être pénalisé à tort dans ces deux cas :

1. deux actions pourraient augmenter le gain de façons différentes, et l’action asi pourrait amener à un

meilleur gain agrégé mais ne pas avoir été choisie. Il s’agit dans ce cas d’une exploration incomplète et

l’agent apprenant dli est pénalisé à tort ;
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2. deux actions différentes ont le même effet sur les performances.

Afin de gérer le problème du second cas, nous introduisons une manière d’identifier les actions similaires. Nous

considérons comme similaires deux actions différentes si, dans un même état s ∈ S�, elles ont exactement le

même impact sur le gain agrégé d’un agent de contrôle. L’agent de contrôle utilise la transition entre deux

états qui produisent le meilleur gain agrégé comme information. Ces transitions fournissent des informations

sur le gain agrégé à l’état précédent gcj(t− 1) et à l’état courant gcj(t) à partir des observations de l’agent de

contrôle. Une transition est décrite par :

tr = (gcj(t− 1), aaj (t− 1), gcj(t))

Deux actions sont considérées similaires si pour deux transitions tr1 = (gcj,1(t − 1), aaj,1(t − 1), gcj,1(t) et

tr2 = (gcj,2(t− 1), aaj,2(t− 1), gcj,2(t) :

aaj,1(t− 1) 	= aaj,2(t− 1) et gcj,1(t) = gcj,2(t)

et que :

gcj,1(t) = gbcj

où gbcj est le meilleur gain agrégé atteint par l’agent de contrôle dcj . Si deux transitions sont similaires, alors

nous notons la relation entre les deux actions par aaj,1(t− 1) ≡ aaj,2(t− 1). Avec l’identification des actions

similaires, nous mettons à jour la règle d’incrément du score de confiance de la façon suivante :

τ(asi , a
a
j , g

c
j(t), g

c
j,k) = μ si asi ≡ aai et gcj(t) = gbcj − μ sinon (6.4)

qui signifie que le score de confiance augmente si l’apprenant dli suggère une action asi différente de celle

sélectionnée aai mais que les deux sont considérées équivalents et que le gain agrégé obtenu est égal au meilleur

gain agrégé obtenu par l’agent de contrôle. Son score de confiance est diminué dans le cas où l’action suggérée

n’est pas similaire à l’action appliquée.

Convergence du score de confiance Seuls les incréments 6.3a et 6.3b ne modifient pas le score de

confiance. Par conséquent, au cours de la phase d’apprentissage, le score de confiance des apprenants va tendre

vers 1 ou -1 pour un cluster donné. Suggérer une action (non aléatoire) pour le cluster signifie généralement

que l’apprenant, au niveau individuel, obtient une récompense positive si cette action est appliquée car

l’apprenant obtient pendant l’exploration une récompense positive. Pour que le score de confiance augmente,

le gain agrégé de l’agent de contrôle doit s’améliorer, ou atteindre le meilleur gain agrégé précédemment

obtenu. Cependant, un apprenant peut avoir une récompense positive alors que l’agent de contrôle voit son

gain agrégé diminué. C’est pour cette raison qu’il existe des apprenant suggérant des action non pertinente

pour le cluster. Les apprenants continueront de proposer des actions qui vont baisser leur score de confiance

car eux souhaitent avant tout maximiser leurs récompenses locales. Le but de l’agent de contrôle est désormais

de prendre en compte les disparités entre les propositions d’actions pour séparer les apprenants en clusters
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pertinents.

6.2.7 Actions de l’agent de contrôle

Afin de satisfaire son objectif, l’agent de contrôle doit sélectionner les apprenants ayant le meilleur impact

sur son gain agrégé. Deux actions sont disponibles pour lui permettre d’ajuster les apprenants de son cluster :

la séparation et la fusion.

La séparation a pour but de permettre à des agents ayant des scores de confiance négatifs d’augmenter

leur gain local en appliquant des actions plus appropriées (donc augmentation du gain global). Ils seront

regroupés dans un nouveau cluster et pourront donc y choisir des actions différentes de celles majoritaires

dans leur cluster initial.

La fusion diminue le nombre de clusters, mais seulement si le gain agrégé est au moins aussi bon. La

minimisation du nombre de clusters est un objectif secondaire du CDQN. Tout en maintenant ou améliorant la

cohérence des clusters, on cherche à minimiser leur nombre de manière à réduire l’impact de la non-stationnarité

dans une configuration d’Independent Q-Learning. Un plus faible nombre de clusters réduit l’impact d’un

environnement non stationnaire à l’aide de l’action jointe simplifiée aa
j car chaque apprenant d’un même

cluster effectue la même action environnementale.

Plus la répartition des apprenants dans les clusters est pertinente, plus le gain agrégé global est important.

Les actions disponibles pour l’agent de contrôle dcj sont définies par :

Ac
j = {Fusion, Separation, Pas de Modification}

Chaque action de contrôle ac ∈ Ac est une action ayant des conséquences sur l’organisation des clusters, à

l’opposé des actions environnementales aa ∈ Al qui modifient l’environnement (figure 6.3).

Quand une action Fusion ou une action Separation est appliquée, le système enregistre la configuration

actuelle avant d’appliquer l’action de contrôle. Le score de confiance de chaque apprenant des clusters

concernés par l’action est remis à 0 pour évaluer la contribution des apprenants dans les clusters modifiés ou

créés. Cela permet de considérer de manière égale les nouveaux apprenants et les anciens dans le choix de

l’action (prise en compte du score de confiance par exemple).

Les agents de contrôle disposent de règles pour déterminer à quel moment appliquer ces actions ainsi que

des critères pour évaluer la pertinence de cette configuration de clusters sur le gain global agrégé. Quand une

action Fusion ou une action Separation est appliquée, les agents de contrôle ont plusieurs itérations pour

évaluer l’efficacité de leurs décisions. Pendant la période d’évaluation, les agents de contrôle qui évaluent leurs

clusters ne peuvent effectuer que l’action Pas de Modification. Les agents de contrôle qui ne réalisent pas

d’évaluation à ce moment applique également l’action Pas de Modification afin de simplifier la gestion des

clusters pendant l’évaluation. Par exemple, si un agent de contrôle applique une action de contrôle alors qu’un

autre cluster est évalué, l’évaluation sera faussée car ses performances peuvent varier de manière importante. La

raison de ces variations est qu’une action de contrôle modifie la stationnarité de l’environnement. L’évaluation

étant effectuée en considérant un environnement suffisamment stationnaire pour évaluer la pertinence de
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(a) Separation

(b) Fusion

Figure 6.3 – La séparation d’un agent de contrôle dc1 représente la scission de son cluster d’agents locaux en deux
agents de contrôle : il conserve une partie de son cluster et un nouvel agent de contrôle dc2 récupère le reste des agents
locaux (6.3a). La fusion représente la combinaison de deux agents de contrôle en un seul qui prend le contrôle des
agents locaux de chaque cluster (6.3b).

l’action politique, il est donc préférable d’interdire d’autres actions de contrôle en même temps.

Une fois l’évaluation effectuée, les agents de contrôle concernés choisissent de conserver cette configuration

ou de revenir à la configuration précédente. Dans tous les cas, les actions de contrôle Fusion et Separation

sont de nouveau disponibles pour tous les agents de contrôle.

La configuration des clusters borne le gain global agrégé maximal qu’il est possible d’obtenir car certains

apprenants ne peuvent pas nécessairement effectuer les actions nécessaires pour augmenter leur gain local.

L’exploration de nouvelles configurations permet de modifier cette borne et une modification positive indique

que cette configuration permet un nouveau gain global agrégé maximal.

Action de contrôle Separation L’action de contrôle Separation permet la création d’un nouvel agent

de contrôle à partir d’un agent de contrôle existant. Elle a un impact direct sur l’évolution du gain agrégé

global. Celui-ci partage alors ses apprenants avec le nouveau cluster (figure 6.3a). Cette action a donc pour

conséquence d’augmenter le nombre d’agents de contrôle de 1, alors que le nombre d’apprenants reste le

même. La décision de séparer en deux les agents locaux du cluster et la façon dont s’effectue cette séparation

se basent sur l’évolution du score de confiance des apprenants dans un cluster donné.

En effet, l’agent de contrôle identifie les apprenants proposant des actions impactant positivement son

gain agrégé et modifie leur score de confiance en conséquence. À l’inverse, la présence d’apprenants avec un

score de confiance faible implique que les actions suggérées jointe n’étaient pas proposées par ces apprenants,
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et ne leur permet pas nécessairement d’améliorer leur gain local. Le gain global sera ainsi potentiellement

plus faible que dans une configuration où ces agents peuvent effectuer d’autres actions pour augmenter leur

gain local. La séparation s’effectue donc en identifiant la contribution de chaque agent et en séparant les

agents ayant un score de confiance élevé des agents ayant un score de confiance faible. Cependant, comment

s’assurer que la séparation fait bien la différence entre ces deux groupes et que les apprenants se retrouvent

dans les clusters appropriés ?

L’action de contrôle Separation pourra être effectué si les agents apprenants vérifient deux contraintes.

La première est une zone interdite, un intervalle de valeurs autour de 0 dans lequel aucun score de confiance

ne doit être présent pendant un certain nombre d’itérations pour permettre une séparation. En effet,

l’absence d’agent dans la zone interdite pendant un certain nombre d’itérations est un indicateur de la stabilité

de la configuration actuelle. La zone interdite est paramétrable avec les conditions suivantes :

0 ≥ borne haute ≥ 1

−1 ≥ borne basse ≥ 0

La taille de la zone interdite doit être suffisamment grande pour que les agents soient bien séparés lorsque

l’action de contrôle Separation est effectuée (figure 6.4)

La seconde contrainte est que les agents apprenants puissent être séparés en deux groupes en fonction de

leur score de confiance, un des groupes étant composé d’apprenants avec un score de confiance négatif et un

autre groupe d’apprenant avec un score de confiance positif.

Considérons l’exemple suivant avec un agent de contrôle disposant de 9 apprenants. Cinq d’entre eux ont

un score de confiance de -1 et l’autre moitié à un score de confiance de 1. L’agent de contrôle applique une

action de séparation pour séparer son cluster en deux nouveaux agents de contrôle ayant respectivement 5 et

4 apprenants. La conséquence de cette séparation est que chaque agent de contrôle peut désormais appliquer

les actions environnementales pertinentes basées sur les suggestions de ses apprenants et ainsi en avoir la

majorité avec un score de confiance de 1. Il est également possible qu’une partie des apprenants obtiennent

à nouveau un score de confiance de -1, si parmi les 4 apprenants du nouveau cluster les actions souhaitées

n’étaient pas homogènes.

Lorsqu’un agent de contrôle 1 se sépare en deux agents de contrôle 2 et 3, la séparation est pertinente si :

gbc1(bs) < gc2(as) + gc3(as)

avec :

— gbcj(bs) : le gain agrégé de l’agent de contrôle dcj avant la séparation ;

— gcj(as) : le gain agrégé de l’agent de contrôle dcj après la séparation.

La réduction du nombre d’agents de contrôle étant un objectif secondaire, la séparation n’est pas considérée

comme pertinente en cas d’égalité, si :

gc1(bs) = gc2(as) + gc3(as)
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Figure 6.4 – Représentation du score de confiance pour 4 apprenants dans un même cluster. (1) correspond à la
phase d’exploration où les apprenants proposent une action sélectionnée aléatoirement parmi leur ensemble d’actions
environnementales à l’agent de contrôle. (2) est la zone interdite permettant d’observer une disparité marquée entre
les apprenants. (3) est une période d’un certain nombre d’itérations, pendant laquelle la consistance des actions
suggérées par les apprenants est évaluée. Lorsque l’agent de contrôle identifie une séparation nette entre deux groupes
d’apprenants (un avec un score de confiance supérieur ou égal à la borne haut de la zone interdite et l’autre groupe
avec un score de confiance inférieur ou égal à la borne basse de la zone interdite) stable pendant un nombre d’itérations
égal à la période mentionnée en (3), il applique alors une action de Separation.
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Action de contrôle Fusion L’action de contrôle Fusion rassemble deux agents de contrôle ensemble

(figure 6.3b). Par conséquent, le cluster résultant contient la totalité des apprenants des deux agents de

contrôle initiaux. Cette action réduit le nombre d’agents de contrôle par 1 mais le nombre d’apprenants reste

le même. L’objectif de l’action de Fusion est de satisfaire l’objectif secondaire de l’algorithme CDQN en

minimisant le nombre d’agents de contrôle quand ceux-ci agissent de manière similaire.

L’action de contrôle Fusion porte sur l’identification pertinente de séquences équivalentes d’actions

environnementales. À chaque pas de temps, les agents de contrôle vérifient si les autres agents de contrôle ont

la même séquence d’actions environnementales et appliquent une action de Fusion.

Quand un agent de contrôle dcj reçoit son plus haut gain gbcj ∈ R, il cherche des séquences équivalentes

chez d’autres agents de contrôle. Après une exploration suffisante, l’agent de contrôle est en mesure d’estimer

le meilleur gain agrégé pour son ensemble courant d’apprenants. Lors de la re-génération d’un état aléatoire

de l’environnement, l’agent de contrôle sauvegarde la séquence d’actions qui le mène du nouvel état initial à

l’état produisant le plus haut gain. La séquence d’actions résultante est ensuite comparée avec les séquences

des autres agents de contrôle du système. Pour être considérées comme équivalentes, les séquences d’actions

doivent avoir le même nombre de chaque type d’action, quel que soit l’ordre des actions dans la séquence.

Considérons trois actions environnementales a, b et c et deux agents de contrôle dc1 et dc2. La séquence abca

de dc1 et la séquence aacb de dc2 sont considérées équivalentes, par conséquent dc1 et dc2 peuvent se fusionner.

Les agents de contrôle peuvent donc uniquement fusionner si l’état des apprenants des agents de contrôle

sont similaires, c’est-à-dire que les états factorisés ont les même variables d’états. Quand une simulation

réinitialise les états de l’environnement, elle utilise une description de l’environnement similaire, spécifiée

dans Sl
α. Ainsi, nous considérons les séquences d’actions débutant à partir de n’importe quel nouvel état

global initial sl ∈ Sl
0 de l’environnement et s’arrêtant lorsque l’agent de contrôle pense avoir atteint son état

optimal. Dans notre contexte où les états initiaux des agents sont similaires et les conséquences des actions

indépendantes de leur ordre d’exécution, nous considérons que les séquences d’actions équivalentes mènent

aux mêmes états pour les apprenants locaux des clusters les ayant effectuées.

En fonction du contexte, il est possible que certaines actions environnementales aient leur action opposée,

c’est-à-dire une action demandant un changement inverse à celui de l’action à laquelle elle est opposée.

Formellement, cela revient à dire que l’action al1 ∈ Al effectue une modification ε sur un facteur d’état χ1

et que l’action opposée al2 ∈ Al effectue une modification −ε sur le même facteur d’état. Considérons une

action environnementale a et son opposée b. Effectuer a dans l’état s1 mène à l’état s2, cependant, effectuer

l’action b dans l’état s2 ne mène pas forcément à l’état s1. Par exemple, considérons les trois précédentes

actions environnementales et disons que a est l’opposé de b. Alors la séquence abc et c effectuées à partir du

même état initial vont permettre d’atteindre le même état local mais vont être considérées différentes. En

effet, l’agent de contrôle avec la séquence c possède un cluster avec de meilleurs actions suggérées que l’agent

de contrôle avec la séquence abc. Les scores de confiance des agents des deux clusters seront différents. Par

conséquent, nous considérons que les deux clusters ne devraient pas fusionner, même s’ils atteignent un même

état avec des séquences qui pourraient être considérées équivalentes.
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Chapitre 6. Une nouvelle méthode d’apprentissage multi-agents pour la coordination d’agents sans
communication

Pour deux agents de contrôle 1 et 2 qui fusionnent en un agent de contrôle 3, la fusion est pertinente si :

gbc1(bf) + gbc2(bf) ≤ gc3(af)

est vraie après un certain nombre d’itérations, avec :

— gbcj(bf) : le gain agrégé de l’agent de contrôle dcj avant la fusion ;

— gcj(af) : le gain agrégé de l’agent de contrôle dcj après la fusion.

Cette règle a également pour conséquence de minimiser le nombre d’agents de contrôle car la fusion est

considérée pertinente même si les gains agrégés avant et après la fusion sont égaux.

À la fin de cette période de temps, les agents de contrôle restent dans la configuration actuelle si l’action

est considérée pertinente, sinon l’action de contrôle est annulée et les agents de contrôle reviennent à la

configuration avant l’application de leurs actions de contrôle.

Action de contrôle Pas de Modification L’action Pas de Modification est particulière dans le cas des

agents de contrôle. Cette action a été mise en place pour simplifier le fonctionnement du CDQN. Effectivement,

les agents de contrôle n’effectuent pas l’action Fusion ou Separation à chaque itération mais ont besoin

d’explorer un certain temps avant de proposer une des deux actions. Le choix a ainsi été fait d’ajouter la

possibilité de ne rien faire aux agents de contrôle et de leur laisser la possibilité d’explorer avant d’exploiter.

De plus, l’action Pas de Modification est imposée aux agents de contrôle lorsqu’un autre agent de contrôle

est en train de vérifier la validité d’une action de fusion ou de séparation, permettant ainsi de réduire les cas

complexes à gérer.

Stabilité et convergence des clusters La configuration des clusters est stable lorsqu’elle atteint un

équilibre de Nash. Notons Cj l’ensemble des d’apprenants que l’agent de contrôle dcj peut posséder, C l’ensemble

des configurations possibles telle que � = �1 × · · · × �η est une configuration spécifique et F la fonction

d’agrégation pour évaluer le cluster c ∈ C. Posons cj est une configuration pour l’agent de contrôle dcj et c−j

la configuration de tous les autres agents de contrôle. Une configuration c∗ ∈ C est dans un équilibre de Nash

s’il n’existe aucune autre configuration cj qui serait plus profitable à un cluster tel que :

∀j, cj ∈ C : F(c∗j , c
∗
−j) ≥ F(cj , c−j)

Le CDQN atteint donc une configuration stable, potentiellement mauvaise, en atteignant un équilibre de

Nash.

Nous allons maintenant voir les deux cas où nous considérons que l’équilibre de Nash peut être atteint :

1. Tout d’abord, la configuration est dans un équilibre de Nash si chaque apprenant présent dans un cluster

a un score de confiance de 1 et que le nombre de clusters est minimal (ils ne peuvent plus fusionner car

leurs séquences d’actions ne sont pas similaires).

2. D’autre part, la configuration est dans un équilibre de Nash si certains apprenants ont un score de

confiance négatif mais que la séparation de ce cluster en deux nouveaux n’améliore pas le gain global.
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Voyons maintenant comment le CDQN peut converger en théorie vers une solution optimale et posons :

— CNash ⊆ C l’ensemble des configurations qui sont dans un équilibre de Nash ;

— C0 ⊆ C l’ensemble des configurations initiales possibles des agents de contrôle ;

— COpti ⊆ CNash l’ensemble des configurations optimales tel que le gain global est supérieur ou égal à au

gain global de toutes les autres configurations ;

— Hc0 = (c0, c1, . . . , cnNash) est l’historique des configurations, qui à partir de n’importe quelle configuration

initiale c0 ∈ C0, à une configuration finale se trouvant dans un équilibre de Nash cNash ∈ CNash.

L’équilibre de Nash ne correspond pas forcément à une configuration optimale d’où la nécessité de poser COpti.

Nous faisons l’hypothèse que le système peut converger vers une solution optimale copti ∈ Copti à partir de

toutes les configurations initiales mais uniquement de certains historiques de configurations H∗
c0 .

Nous envisageons à l’avenir de faire la preuve de cette hypothèse.

6.2.8 Conclusion et perspectives

Apport des agents de contrôle L’une des contributions de ce chapitre est l’utilisation de l’approche

hiérarchique avec l’ajout des agents de contrôle. Pour la replacer dans son contexte, il est important de noter

les deux cas extrêmes du CDQN :

— Dans le cas où il n’existe qu’un seul apprenant, le CDQN fonctionne de manière identique à l’algorithme

du DQN présenté dans le chapitre précédent ;

— Dans le cas où il y a autant d’agents de contrôle que d’apprenants, c’est-à-dire que chaque agent

de contrôle possède un cluster d’un seul apprenant, et si aucun agent de contrôle n’a fusionné, le

fonctionnement du CDQN est identique à celui de l’Independant Deep Q-Network.

Les clusters permettent de réduire l’impact de la non-stationnarité sur l’apprentissage, qui se retrouve dans

l’IDQN, en forçant l’application d’une action unique pour tous les membres d’un même cluster. Les apprenants

sont toujours en mesure d’apprendre de manière individuelle et leurs contributions sont sélectionnées à

l’aide de l’attribution du score de confiance. Cependant, il est important de noter que les apprenants ont la

même transition si l’application des actions est déterministe. Si l’apprenant dispose d’un effecteur défectueux,

l’action appliquée sera différente des autres agents et les états locaux seront différents.

Identification de la contribution Lors de l’apprentissage, les apprenants construisent une politique où

il est possible de faire une action sous-optimale pour obtenir un meilleur gain par la suite. Au niveau de

l’agent de contrôle, cela se traduit par un gain agrégé également plus élevé. Cependant, l’agent de contrôle ne

considère pas une application de score de confiance pour gérer une action qui apparait sous-optimale pour

obtenir un meilleur gain agrégé par la suite. Considérons par exemple deux actions environnementales a et b

et un état s où le gain agrégé est de x ∈ R. À l’instant t appliquer l’action a dans l’état s conduit à l’obtention

du gain agrégé y ∈ R dans l’état sa alors qu’appliquer l’action b produit le gain agrégé z ∈ R dans un état

sb tel que z > x > y. Alors si l’action b est majoritairement proposée (et donc sélectionnée), les apprenants

proposant b ont un score de confiance augmenté alors que les apprenants proposant a ont un score de confiance

diminué. Si l’action a est majoritairement proposée, les apprenants proposant a verront leur score de confiance
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Chapitre 6. Une nouvelle méthode d’apprentissage multi-agents pour la coordination d’agents sans
communication

diminué. Cependant, si nous considérons qu’à l’instant t+Δt, effectuer l’action a ou b dans l’état sa donne

un gain y′ alors qu’effectuer l’action a ou b dans l’état sb donne un gain z′ tel que y′ > z > z′ alors les

apprenants proposant a ont eu leur score de confiance pénalisés alors que leur apprentissage individuel permet

cette anticipation. L’agent de contrôle n’est pas en mesure de faire la différence au niveau de l’attribution du

score de confiance.

Impact des actions environnementales Nous considérons ici que les actions environnementales ont un

impact équivalent sur les facteurs d’états similaires. Deux états sont compatibles si une partie, ou la totalité

de leurs facteurs d’états sont homogènes par rapport à une certaine distance. Une action environnementale

modifie la valeur d’un ou plusieurs facteurs d’états de l’espace factorisé d’un apprenant. Pour un facteur

d’état χ1 présent dans l’espace factorisé de deux apprenants i et j, l’action a applique une modification ξ

identique pour les deux xi ∈ χ1. Cependant, il est possible que pour une même action environnementale le

facteur d’état pour un apprenant dli soit modifié par une valeur x et pour un apprenant j par une valeur y.

Le problème dans ce cas est que les séquences d’actions similaires seules ne garantissent plus que les états

factorisés des apprenants soient dans des états compatibles.

Choix de vote Actuellement, le vote effectué par l’agent de contrôle lorsque ses apprenants lui suggèrent

des actions repose sur un choix à la majorité. Ce type de vote pose problème lorsque deux groupes d’agents de

même taille suggèrent des actions différentes, auquel cas l’agent de contrôle choisit une action aléatoirement.

Il est possible d’envisager d’autres choix de vote, notamment un choix basé sur la confiance moyenne des

agents proposant les actions, soit pour déterminer l’action à prendre en cas d’égalité ou de manière générale.

Cependant, l’utilisation d’un choix de vote par majorité permet de forcer l’exploration au lieu d’exploiter

toujours l’action proposée par les agents qui ont déjà un score élevé.

6.3 Utilisation du CDQN pour la conception de politiques ur-

baines

La section précédente présente formellement le modèle du CDQN avec la description de ses différentes

composantes de manière générique. Ce modèle peut être utilisé pour représenter l’aspect décisionnel pour la

conception de politiques urbaines dans SmartGov. Nous présentons dans cette section comment le CDQN est

employé dans SmartGov pour le doter d’une couche macroscopique autonome et adaptative.

6.3.1 Jonction du CDQN avec SmartGov

La simulation urbaine de SmartGov se comporte comme une boite noire aux yeux du CDQN, cependant,

il est nécessaire de définir l’ensemble des espaces factorisés Sl a priori lors de la création de la simulation.

Lors de la conception de l’ensemble des structures S, le décideur défini comment celles-ci sont perçues par les

agents microscopiques et comment leurs espaces factorisés sont observés par les agents apprenants. Ainsi, la
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population d’apprenants Dl est distribuée sur l’ensemble des structures S définies dans l’environnement de

la couche microscopique. L’ensemble des actions environnementales Al est donc définie par les structures

actionnables.

6.3.2 Découpage de zones géographiques

La zone urbaine considérée par les décideurs lors de la conception de politiques dispose de régions avec

un intérêt intrinsèque. La contrainte est alors d’identifier un découpage pour attribuer les structures de

l’environnement aux agents politiques. Dans le cadre de SmartGov, il est possible de considérer un découpage

expert proposé par le décideur politique à l’aide des entrées de SmartGov. Cette solution a cependant ses

limites, car le découpage peut ne pas être pertinent et un des objectifs de la conception de politique sera

alors d’en fournir un. Par conséquent, l’un des objectifs du CDQN, dans le cadre de SmartGov, est d’être

capable de proposer ces découpages pertinents et de ne pas être restreint à l’application de découpages

experts et ce quel que soit le découpage initial, géographique ou non. Les agents locaux étant localisés,

nous pouvons alors considérer le cluster comme un découpage géographique de cet environnement. Ainsi,

la meilleure configuration de clusters, celle maximisant le gain cumulé global, correspond également à la

politique urbaine qui sera proposée au décideur politique. On peut noter toutefois que chaque cluster ne

correspond pas nécessairement à une zone géographique continue. Cette contrainte pourrait être ajoutée au

niveau de la séparation et de la fusion des clusters, ainsi que d’autres critères comme par exemple la forme de

chaque cluster. Nous choisissons ici de ne pas prendre cet aspect de continuité géographique en compte car

cela pourrait conduire à des solutions de gain plus faible.

6.3.3 Recouvrement

Les apprenants se partagent l’espace de la simulation urbaine en étant distribués sur les structures de

l’environnement. Nous parlons de recouvrement lorsque les apprenants se partagent l’observation d’une ou

plusieurs structures (section 6.3.3). C’est-à-dire que leur espace factorisé partage une partie des facteurs d’états.

Un espace factorisé peut donc être partiellement partagé par plusieurs apprenants ou uniquement par un

apprenant. Cependant, puisque les agents ne communiquent pas, ils ne savent pas qu’ils partagent l’observation

des mêmes facteurs d’états. Dans un cadre de recouvrement, la considération de l’action environnementale est

plus complexe. Si les apprenants se partageant les facteurs d’états sont dans le même cluster, alors l’action

appliquée sur la structure sera la même, à condition que cette action ne soit bien appliquée qu’une seule fois,

quel que soit le nombre d’apprenants. Cependant, si les apprenants sont dans des clusters différent, comment

l’action environnementale sera-t-elle appliquée ? Est ce qu’il faut considérer la jointure de ces actions ? Une

seule d’entre elles ? Ou encore considérer que les actionneurs des apprenants peuvent être faillibles ? Les

réponses à ces questions dépendent de la volonté du décideur et du problème modélisé. Il est plus facile de

gérer les actions environnementales dans un cadre d’environnement sans recouvrement car le choix de l’action

environnementale à appliquer est plus complexe lorsqu’un espace factorisé est géré par deux apprenants

présents dans deux clusters différents. Nous considérons ici un espace d’états factorisés sans recouvrement, où

123
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(a)

(b) (c)

Figure 6.5 – Deux découpages d’un même environnement (a) : (b) représente un découpage sans recouvrement et (c)
avec recouvrement.

l’apprenant est le seul à observer son état factorisé et n’a pas accès aux observations des autres apprenants.

6.3.4 Fonctionnement général dans SmartGov

La simulation urbaine dispose d’agents microscopiques évoluant dans l’environnement en agissant sur des

structures. Au temps t, l’apprenant dli reçoit l’observation o
l
i de son état factorisé sli et suggère une action asi

en suivant sa politique πi. Chaque agent de contrôle reçoit le gain agrégé ainsi que l’ensemble des actions

suggérées comme perception et détermine l’action à appliquer aaj , ∀j ∈ Dc. Entre deux itérations du CDQN,

les agents microscopiques de la simulation urbaine réagissent aux modifications effectuées sur les structures, ce

qui a pour conséquence de modifier leurs facteurs d’états et donc de créer une transition entre les deux états

factorisés d’un apprenant. Au temps t+Δt, l’apprenant reçoit une nouvelle observation de son nouvel état

factorisé ainsi qu’une récompense r correspondant à sa fonction de récompense R. Il stocke cette transition et

suggère une nouvelle action avec sa politique π mise à jour après apprentissage. L’agent de contrôle attribue

pour chaque apprenant dans son cluster un score de confiance en fonction de l’évolution de gain agrégé et de

la suggestion de l’action de l’apprenant par rapport à l’action sélectionnée.

Le couplage de SmartGov avec le CDQN introduit une couche évoluant entre deux itérations du CDQN,

par conséquent, la fonction de transition T du CDQN peut être déterminée en prenant en compte l’évolution

de l’environnement sous l’action d’agents ayant des personnalités différentes pour déterminer le passage d’un

état factorisé à un autre. Le chapitre suivant détaille un exemple de couplage entre le CDQN et SmartGov.
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6.4 Conclusion et perspectives

Ce chapitre introduit la seconde contribution de la thèse avec le Clustered Deep Q-Network (CDQN).

Cette méthode d’apprentissage par renforcement profond multi-agents adresse les problèmes clés identifiés par

la communauté, notamment l’apprentissage d’agents indépendants dans des environnements non-stationnaires,

et l’identification de la contribution individuelle des agents (multi-agent credit assigment problem). Nous

avons utilisé l’algorithme d’apprentissage DQN pour calculer la politique individuelle de chaque apprenant en

le couplant à un niveau hiérarchique supérieur capable de coordonner l’effort des agents apprenants.

Des améliorations peuvent être apportées pour garantir une meilleure convergence des solutions proposées

par le CDQN. Une possibilité est de changer le choix de l’action suggérée par exemple, qui repose actuellement

sur une sélection à la majorité. Cette approche est intéressante pour explorer au début de l’apprentissage

mais il est possible d’avoir un choix d’action différent au cours de l’apprentissage par l’exploitation des

suggestions avec le meilleur score de confiance par exemple. Une autre possibilité est de considérer une forme

de méta-action. Dans ce cas, l’action sélectionnée par l’agent de contrôle pourrait être interprétée de différentes

manières par les agents apprenants. Les apprenants disposent ainsi d’une plus grande liberté. Cependant, il

faut garantir que ces actions impactent dans une moindre mesure les autres apprenants, et que les actions de

fusion sont toujours pertinentes. Enfin, une amélioration du CDQN serait de disposer d’agents de contrôle

apprenant les configurations pour accélérer la convergence de la configuration des clusters.

Notre seconde contribution, le CDQN, est intégrée à la couche macroscopique de SmartGov en distribuant

des agents locaux sur des structures de l’environnement. La fonction de décision des agents politiques décrit

dans SmartGov correspond à la politique du DQN de chaque agent apprenant après avoir observé son

environnement. La politique urbaine correspond donc à un découpage en zones géographiques obtenue à partir

de la configuration des clusters de l’environnement. Les capteurs de la Smart City alimentent en données

l’état initial de l’environnement. Les agents locaux apprennent ensuite en complète autonomie les spécificités

de leur environnement factorisé. L’instance du CDQN dans le cadre de SmartGov repose sur le choix pertinent

d’un ensemble de paramètres que nous avons abordé au long de ce chapitre : le recouvrement des espaces

factorisés pour les apprenants, la valeur de l’incrément pour le score de confiance. Le chapitre suivant propose

une expérimentation avec le couplage de nos deux contributions pour détailler le fonctionnement du CDQN

et l’intérêt des actions de fusions et de séparations pour la création d’une politique urbaine.
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Chapitre 7. Co-construction d’une politique urbaine avec SmartGov

7.1 Introduction

L’objectif de SmartGov est de proposer un outil d’aide à la décision pour la co-construction de politiques,

c’est-à-dire de permettre aux décideurs politiques d’utiliser SmartGov pour façonner une instance du contexte

politique (environnement et agents), d’évaluer des politiques, d’obtenir des suggestions de nouvelles politiques

et au final de pouvoir ajuster ces propositions. Le modèle générique SmartGov, introduit dans le chapitre 4,

pose les fondations nécessaires (définition d’un environnement, des agents de contrôle, des actions possibles,

de la fonction objectif), pour la co-construction de politiques urbaines.

À travers ce chapitre, nous proposons un scénario concret expliquant en détail le fonctionnement de la

boucle de co-construction complète à partir de SmartGov. Sur la base de ce scénario, nous proposons différentes

expérimentations permettant d’observer les échanges entre la couche microscopique et la couche macroscopique

du simulateur. La construction d’une instance du contexte politique est abordée avec la description des

étapes nécessaires à la mise en place de l’environnement et des agents de la couche microscopique, ainsi que

l’utilisation de l’algorithme CDQN pour construire le niveau macroscopique adaptatif, en cohérence avec le

simulateur du niveau microscopique. Enfin, nous discutons des résultats du CDQN et de sa pertinence pour

produire des politiques urbaines.

7.2 Construction initiale de l’environnement

Le scénario, précédemment introduit dans le chapitre 4, porte sur une politique de tarification des

emplacements de stationnement dans une ville connectée où les usagers cherchent un emplacement pour se

rendre à leur lieu de travail. Il va servir d’illustration de la construction d’une politique urbaine avec notre

système. Imaginons que le décideur politique exprime le besoin suivant : compte-tenu des différences entre

les quartiers dans ma ville, quelle serait la meilleure distribution des places de stationnement et des tarifs

à appliquer afin de maximiser les tarifs par l’occupation ? Cependant, d’autres objectifs sont tout à fait

envisageable comme la diminution de la congestion dans le centre-ville.

Le gain du décideur est exprimé comme le produit du prix de l’emplacement (pemp) par son occupation

(occemp : 0 si libre ou 1 si occupé). Formellement, l’objectif principal du décideur politique est exprimé par

maxG où G =
∑N

i=0 pempi occempi avec N le nombre d’emplacements. L’environnement étant naturellement

constitué de quartiers plus ou moins attractifs, il faut prendre en compte des zones tarifaires qu’il s’agit de

définir de façon pertinente. Par conséquent, l’objectif secondaire du décideur est d’obtenir un découpage

pertinent des emplacements dans la ville, pour constituer des fronts de rue ou des quartiers, sur lesquels le

même tarif sera appliqué.

Afin de bien définir l’instance, nous devons dans un premier temps extraire toutes les contraintes spécifiques

au scénario pour en construire une instance pertinente. Plus le nombre de fronts de rue à prendre en

considération est important, moins l’exploration exhaustive de l’espace de recherche est envisageable (temps

d’exécution pour parcourir l’espace de recherche important). Il serait d’autre part peu efficace d’appliquer des

combinaisons aléatoires de prix et d’emplacements et d’évaluer le gain pour ensuite garder le meilleur obtenu,

toujours à cause de la taille de l’espace de recherche.
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Les données utilisées pour ce scénario sont la position géographique de capteurs pour des emplacements

dans une partie de la ville de Los Angeles [51, 259]. Le réseau routier et les bâtiments sont extraits d’Open

Street Map 1. Cette simulation est réalisée en utilisant la plateforme multi-agent Repast Simphony [179] et

l’architecture SmartGov (détails disponibles en annexe).

Une fois l’instance de SmartGov complétée, le décideur politique disposera d’un simulateur représentant

des usagers se déplaçant chaque jour jusqu’à leur lieu de travail en trouvant un emplacement de stationne-

ment satisfaisant, sur lequel il pourra observer les actions politiques appliquées pour modifier les prix des

emplacements des fronts de rue, et trouver ainsi la meilleure configuration possible maximisant son gain.

Nous allons maintenant présenter les instances des modèles élaborées pour les deux niveaux de SmartGov,

en détaillant les choix de modélisation effectués pour ce scénario.

7.2.1 Instance de la couche microscopique

Le modèle formel de l’environnement de SmartGov (section 4.4.1) est utilisé pour décrire les éléments

constituant la couche microscopique par équation (4.1). Les usagers se déplaçant en voiture dans la ville

vers leur lieu de travail sont modélisés par des agents dits microscopiques. Nous avons choisi de considérer

différents profils de conducteurs (personnalités), représentant les différents comportements possibles dans

la recherche de places de stationnement, pour avoir une population hétérogène. Il y a ainsi les personnes

pressées, les économes, les personnes qui acceptent de se garer loin et de marcher, etc.( section 7.3.1). Les

origines et destination sont aussi décrits dans le modèle.

Structures présentes dans la ville et actions considérées L’ensemble des structures de la ville est

défini par :

S = Semp ∪ Sbat

où :

— Semp est l’ensemble fini des emplacements de stationnement disponibles ;

— Sbat est l’ensemble fini des bâtiments de la ville.

Un bâtiment sbat ∈ Sbat est un tuple tel que :

sbat = 〈lieu de travail, {position}, ∅〉

où la position est perçue par les agents microscopiques. Pour notre scénario, les bâtiments sont tous du type

lieu de travail, mais il serait tout à fait possible d’envisager d’autres types : par exemple un bâtiment de

type point d’intérêt, représentant des lieux de restauration ou de divertissement, ou encore un bâtiment de

type résidentiel. Ces types ont une influence sur l’intérêt que l’agent leur porte pour stationner à proximité.

Nous considérons aussi que l’agent ne peut pas agir sur les bâtiments, mais seulement sur les emplacements

avec l’action Stationner. En fonction de l’objectif de la simulation, il pourrait être pertinent de représenter

1. Les données sont disponibles sur le site d’Open Street Map où le décideur peut choisir de représenter n’importe quelle zone
disponible.
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des actions sur les bâtiments, comme l’agent entrant ou sortant de son lieux de travail par exemple (actions

Entrer et Sortir), pour un scénario où il serait nécessaire de compter le nombre de personnes présentes dans

un immeuble. Ici seule la position de l’entrée du bâtiment est perceptible et connue de l’agent à tout instant,

pour évaluer la distance de marche jusqu’à la cible. L’action Sortir de l’emplacement n’est pas envisagée sur

le temps de simulation.

Pour le scénario considéré, les emplacements sont tous de type on-street, ce qui signifie qu’ils sont présents

dans la rue, par opposition aux emplacements off-street comme les parkings couverts.

Un emplacement semp ∈ Semp est défini par :

semp = 〈on-street, {tarif, occupation, position}, {Stationner}〉

où

— tarif est le prix actuel de l’emplacement ;

— occupation est l’état de l’emplacement (libre ou occupé) ;

— position correspond à la position de l’emplacement et permet de connaitre sa distance avec la destination

cible de l’agent.

À partir de l’ensemble Semp il est possible de définir l’ensemble des fronts de rue Sfdr tel que Sfdr ⊆
2Semp et où un front de rue sfdr ∈ Sfdr correspond à une agrégation de plusieurs emplacements : sfdr =

(semp,1, semp,2, . . . ) ∈ 2Semp . C’est une structure qui n’est pas perceptible par l’agent microscopique, et elle

sert d’interface avec la couche macroscopique :

sfdr = 〈on-street, ∅, ∅〉

Cette structure sera définie de façon plus approfondie au niveau de la couche macroscopique.

Graphe pour les déplacements Le choix du graphe G est un réseau routier où les nœuds correspondent

aux intersections, les arcs aux tronçons routiers, et la fonction de poids ω correspond à la longueur d’un

tronçon routier. Il est également possible d’envisager que ω représente d’autres métriques, comme la densité

de véhicules sur le tronçon. Dans ce cas pour son déplacement, l’agent pourrait chercher à minimiser le trafic

de la route alors que dans notre scénario, il va chercher à minimiser la distance à parcourir. Ainsi à partir de

l’entrée de l’agent dans le périmètre étudié, jusqu’au nœud le plus proche de son lieu de travail, le plus court

chemin possible sur le réseau est trouvé avec l’algorithme A* [93], extension de l’algorithme de Dijkstra [66].

Cependant, tout autre algorithme pourrait être utilisé pour modéliser le déplacement des agents et optimiser

d’autres paramètres que le temps ou la distance.

Comportement de l’agent microscopique Le comportement des agents cherchant des emplacements

de stationnement dans une ville est modélisé par un automate à états finis (figure 7.1). Pour cela, nous nous

sommes inspirés de travaux décrivant les méthodes de recherche d’emplacements selon les profils [100, 252].

Il faut ainsi observer que si l’on veut une modélisation réaliste, un pré requis est la capacité à injecter des
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connaissances métier (ici sur les usagers) liées à la politique urbaine étudiée, le plus souvent avec l’aide

d’experts. Des études sociologiques peuvent être utilisées, comme nous l’avons fait pour notre scénario.

Les perceptions de l’environnement que l’agent peut prendre en compte sont les suivantes :

— λdbat
: la distance entre son lieu de travail et sa position courante (en mètres) ;

— λioccupation
: la disponibilité de l’emplacement (occupé ou libre) ;

— λitarif
: le prix du stationnement de l’emplacement ;

— λdemp : la distance entre son lieu de travail et l’emplacement envisagé.

La perception λdbat
est utilisée pour définir une partie des transitions des états de l’automate pour décrire le

comportement de recherche d’emplacements. Les autres perceptions servent à déterminer la validité d’un

emplacement. La manière dont un agent microscopique exploite ses perceptions pour évaluer les emplacements

perçus dépend de la personnalité des agents et sera décrite dans la section 7.3.1.

L’automate à états finis est donc défini par son ensemble d’états, son ensemble de perceptions pour les

transitions d’états, sa fonction de transition, son état initial et l’ensemble de ses états finaux, de la manière

suivante pour notre scénario :

Aan
h
= ({avance, recherche, deambule, pause}, {λdbat

, chemin, emplacement}, δ, avance, {pause})

tel que δ est défini par :

δ(avance) =

⎧⎨
⎩recherche si λdbat

≤ 250mètres est vrai,

avance sinon

δ(recherche) =

⎧⎪⎪⎨
⎪⎪⎩
pause si emplacement = valide est vrai,

recherche sinon si chemin¬ complet est vrai,
deambule sinon

δ(deambule) =

⎧⎨
⎩pause si emplacement = valide est vrai,

deambule sinon

Chaque agent possède un lieu de travail sbat ∈ Sbat et un point de départ attribués aléatoirement. Son état

initial e0 est avance et il entre dans la simulation à partir de son point de départ. Il effectue l’action déplacer

lui permettant de se rapprocher de son lieu de travail en suivant le plus court chemin entre sa source et une

intersection la plus proche possible du lieu de travail. Sa vitesse de déplacement est déterminée à l’aide du

modèle de Gipps, un algorithme de poursuite gérant la vitesse en fonction des obstacles [86] (ralentissement

en cas de congestion, accélération quand la voie est libre). Il rentre ensuite dans l’état recherche lorsque la

distance est inférieure à 250 mètres dans lequel il évalue les emplacements de stationnement qu’il perçoit.

La transition (emplacement = valide) signifie que l’agent a trouvé un emplacement pertinent sur lequel il

effectue l’action Stationner. Tant que l’agent ne trouve pas d’emplacement valide, il reste dans l’état recherche

jusqu’à arriver à sa destination. À partir de ce moment et comme il n’a toujours pas trouvé d’emplacement, il
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avancestart recherche

deambule pause

λdbat
≤ 250

λdbat
> 250

che
min=

com
ple

t

chemin¬complet

emplacement=valide

emplacement¬valide

emplacement=valide

Figure 7.1 – Cet automate à états finis est utilisé pour la recherche d’emplacements par les éléments de Nh. L’état
initial est avance et l’état final est pause, atteint lorsque l’agent stationne dans un emplacement valide.

entre dans l’état déambule où il en cherche un dans les rues avoisinantes en suivant un déplacement en corolle

ou spirale (circling en anglais) [220]. Pour représenter ce type de déplacement, nous proposons l’algorithme 4

où l’agent détermine la route à suivre lorsqu’il arrive à une intersection en considérant la distance entre la fin

du tronçon et son lieu de travail, son espace de recherche et le nombre de fois qu’il a déjà traversé ce tronçon

dans sa recherche. La taille maximale de l’espace de recherche edr dépend de la personnalité de l’agent,

c’est-à-dire de la distance qu’il est prêt à couvrir pour rejoindre son lieu de travail à pied. L’évolution λ(t) de

son espace de recherche dépend du temps qu’il passe à chercher et également de sa personnalité. En effet,

un agent pressé par le temps sera prêt à chercher un emplacement plus éloigné. L’évolution de la taille de

l’espace de recherche peut être linéaire ou exponentielle par exemple. Nous faisons ici le choix d’une évolution

linéaire. L’agent possède également une information sur les tronçons déjà parcourus ainsi que le nombre M(t)

de fois qu’ils ont été traversés pendant la recherche d’une place.

Une fois tous ces éléments définis, l’instance de la couche microscopique est disponible et prête pour la

simulation. Le décideur politique peut dès à présent observer le fonctionnement de la ville et analyser le

comportement des agents. Pour qu’il puisse ensuite tester des politiques urbaines, il est nécessaire d’instancier

le modèle décisionnel du niveau macroscopique, pour faire ainsi évoluer l’environnement et observer comment

les agents microscopiques ajustent leur comportement en réponse à ces changements.

132



7.2. Construction initiale de l’environnement

Algorithme 4 : Choix de tronçon lors de la recherche d’emplacement de stationnement

Input : Un ensemble de tronçons T adjacents au tronçon courant, nombre de parcours des tronçons
M(t), edr distance maximale, λ(τ) la fonction d’accroissement de l’espace de recherche, τ le
temps passé à rechercher un emplacement

Result : Le tronçon choisi t, edr mis à jour, M(t) mis à jour
1 Initialiser le score S(t) de chaque tronçon t
2 edr ← edr + λ(τ)
3 for t ∈ T do
4 d← distance(tend, sbat) // tend est la fin du tronçon (dans le sens de la marche) et

sbat la destination

5 S(t) ← d× (1 +M(t))

6 end
7 t = argmin(S)
8 M(t) ←M(t) + 1

7.2.2 Instance de la couche macroscopique

Le niveau macroscopique correspond au gestionnaire de politiques : c’est un modèle décisionnel composé

d’agents politiques de contrôle et d’agents politiques locaux qui préconisent des décisions (mesures politiques)

en fonction d’un objectif défini. Le modèle du gestionnaire de politiques (équation (4.8)) décrit donc l’ensemble

des états possibles, les perceptions disponibles des agents présents dans cette couche ainsi que l’ensemble fini

des actions qu’ils peuvent appliquer. Par rapport aux actions de la couche microscopique, il s’agit cette fois

d’actions politiques en ce sens qu’elles font partie d’une séquence d’actions, traduisant une politique visant

un objectif déterminé. Les entrées du modèle sont fournies par la couche microscopique ; en retour la couche

macroscopique préconise des actions.

Cette section présente comment l’algorithme CDQN, notre contribution présentée au chapitre précédent,

peut servir de couche macroscopique à SmartGov et comment il est possible de l’interfacer avec n’importe

quelle instance microscopique de SmartGov.

Dans un premier temps, nous décrivons comment le décideur choisit la granularité souhaitée pour sa

politique. Nous définissons ensuite l’instance complète du niveau décisionnel correspondant au gestionnaire de

politiques de notre scénario. Enfin, nous décrirons les deux composantes de l’algorithme CDQN : les agents

locaux (qui apprennent quelle meilleure action appliquer sur leur périmètre), et les agents de contrôle qui

gèrent des clusters d’agents locaux.

Granularité des actions politiques Dans un premier temps, le décideur politique doit identifier la

granularité nécessaire de l’environnement pour que sa politique ait un sens et que les actions politiques soient

pertinentes. En effet, si le décideur choisit une granularité très fine où par exemple l’action porte directement

sur un emplacement, alors la visibilité globale de la politique tarifaire produite sera difficile à percevoir, des

tarifs différents pouvant être proposés pour des emplacements d’un même front de rue. Ce type de politique

est généralement peu appréciée par les usagers, ou tout simplement complexe à mettre en place en pratique.
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À l’inverse, si le décideur choisit une granularité gros grain où l’action politique modifie un ensemble de

fronts de rue, la politique tarifaire obtenue proposera des tarifs identiques pour des fronts de rue peut-être

très différents, certains plus demandés que d’autres. Cela risque d’aller à l’encontre de l’attente du décideur

puisque sans tenir compte des spécificités des quartiers, son gain risque d’être plus faible.

Doté de connaissances expertes sur la ville, les quartiers existants et leurs spécificités, le décideur politique

propose ainsi un découpage de la ville en zones (appelés fronts de rue dans le cadre du stationnement) avec

un niveau de granularité qui a du sens, sachant que qu’une action politique va modifier de façon identique

tous les emplacements d’un même front de rue. En fonction des résultats, il pourrait également modifier

la politique tarifaire produite en spécifiant une granularité hétérogène : les actions politiques modifieraient

tous les emplacements d’un même front de rue sauf pour un quartier composé de plusieurs fronts de rue, où

l’action politique jouerait sur la totalité des emplacements.

L’objectif secondaire du décideur est d’obtenir le découpage géographique le plus intéressant afin de

satisfaire la fonction objectif du décideur.

Instance du gestionnaire de politiques Le gestionnaire de politiques décrit l’interface entre la couche

microscopique et la couche macroscopique en décrivant les perceptions et les actions disponibles pour les

agents politiques. Le décideur politique considère donc le front de rue comme la structure modifiée par

les actions politiques. Puisque le front de rue contient un ensemble d’emplacements, les données de ces

emplacements sont agrégées pour être perçues par les agents politiques. Les perceptions disponibles ainsi

que la méthode d’agrégation de chacune des données sont le résultat des choix du décideur. Le scénario se

déroulant dans une ville connectée (ou une ville dans laquelle des statistiques sur les usagers sont disponibles

via des enquêtes), nous imaginons que chaque emplacement dispose de données sur les conducteurs qui

l’occupent : leur satisfaction, leur utilité, la distance entre l’emplacement et leur lieu de travail ainsi que leur

temps de recherche. Dans notre cas d’étude, le décideur politique utilise la moyenne des données comme

méthode d’agrégation, et l’ensemble fini

IH = {iprix, iempD, iempT , isas, iuti, idis, itps}

tel que :

— iprix : le prix du front de rue (en euro, allant de 50 centimes à 4 e) ;

— iempD : le nombre d’emplacements disponibles ;

— iempT : le nombre total de places ;

— isas : la moyenne de la satisfaction des agents stationnés (de 0 à 1) ;

— iuti : la moyenne de l’utilité des agents stationnés (de 0 à 1) ;

— idis : la moyenne de la distance entre l’emplacement et le lieu de travail des agents stationnés (exprimé

en mètres. Un emplacement sans agent renvoie une valeur jugée maximale, ici fixée à 250) ;

— itps : le temps de recherche moyen (exprimé en secondes. Un emplacement sans agent à la fin de la

simulation renvoie une valeur de 150. Cette valeur permet à l’agent d’apprendre à reconnaitre les cas où

les agents ne stationnent pas, plutôt que d’avoir une valeur égale à 0 par exemple).
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Une représentation de l’environnement rH ∈ RH est donc définie par la combinaison de ces 7 valeurs.

Ensuite, toujours pour compléter l’interface entre la couche microscopique et la couche macroscopique, le

décideur doit définir les actions environnementales dont l’agent local apprendra les spécificités. Le scénario

d’exemple porte sur une politique urbaine de tarification des emplacements de stationnement. Nous imaginons

que pour réaliser cela, le décideur joue sur le tarif et le nombre d’emplacements, d’un même front de rue. Le

décideur ajoute donc les actions de modifications des prix dans à l’ensemble des structures emplacements

Semp, et des actions d’ajouts et de suppressions d’emplacements à l’ensemble des structures fronts de rue

Sfdr (dans la ville connectée, les emplacements pourraient être gérer sur voirie, par exemple avec par un

marquage dynamique ou encore des bornes sortant du sol). L’ensemble des actions possibles des agents locaux

du niveau macro est ainsi :

— une augmentation des prix (représentée par ↗) par incrément de 50 centimes ;

— une diminution des prix (↘) par décrement de 50 centimes ;

— une augmentation du nombre d’emplacements (+) par incrément d’un emplacement ;

— une réduction du nombre d’emplacements (−) par décrement d’un emplacement.

L’ensemble fini des actions du gestionnaire est donc

A = {↗,↘,=,+,−}

où (=) correspond à l’action n’ayant aucun impact sur la tarification (soit l’équivalent de ne rien faire).

La description complète du front de rue sfdr ∈ Sfdr est donc :

sfdr = 〈on-street, {∅, iH}, {∅, A}〉

Le nombre d’agents politiques locaux de la couche macroscopique correspond au nombre d’agents apprenants

de l’algorithme de CDQN, ces agents sont maintenant présentés en détail pour notre scénario.

Agent politique local Dans un premier temps, le décideur politique doit associer les agents politiques

locaux aux structures de l’environnement (figure 7.2), donc ici aux ensembles de fronts de rue Sfdr. Un agent

local est associé au même front de rue pendant toute la durée de la simulation. Le nombre d’agents locaux ne

varie pas pendant la simulation.

Le décideur propose ensuite une répartition initiale des agents locaux en clusters correspondant au niveau

de granularité choisie par le décideur. Chaque cluster sera géré par un agent politique de contrôle, qui

appliquera une unique action à chaque pas de la simulation.

Le choix de la granularité détermine la distribution initiale des agents locaux et a une influence sur la

qualité de l’apprentissage. L’espace factorisé de chaque agent local va correspondre aux facteurs d’états des

fronts de rue qui lui sont attribués. Un agent politique local dpm est donc défini par :

dpm = 〈smfdr, Isfdr
, {↗,↘,=,+,−}, ρ〉

La fonction de décision ρ détermine l’action politique qui s’appliquera à tous les emplacements qui lui sont
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Figure 7.2 – Un quartier (en haut) peut être découpé en plusieurs fronts de rue contrôlés par des agents politiques
locaux (en bas). Ces derniers ne perçoivent que les fronts de rue auxquels ils sont associés. Le quartier est un cluster
géré par un agent politique de contrôle. Le cluster définit la même action à appliquer par tous ses agents locaux.

attribués. Afin de conserver une approche adaptative et autonome, l’agent politique local connait le nombre

d’actions qu’il possède, lorsqu’il se voit attribuer une ou plusieurs structures, mais sans disposer d’information

a priori sur leur impact.

La fonction objectif du décideur étant de maximiser le gain obtenu par l’occupation d’emplacement l’action

(−) n’est jamais pertinente. Cependant, l’ajout de cette action parmi l’ensemble des actions environnementales

disponibles pour les agents permet de représenter les cas où les décideurs donnent plus d’informations que

nécessaire au système, et sert donc à tester la robustesse de l’approche vis-à-vis de ce cas.

Dans le scénario de tarification, les agents politiques locaux sont homogènes dans la mesure où la description

des perceptions, des actions et de la fonction de décision sont identiques pour tous les agents. Mais comme la
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perception de l’agent local dépend de son front de rue, deux agents locaux ont généralement des ensembles

de perceptions différents. Par exemple, un front de rue est composé de 12 emplacements et un autre en a

seulement 5. Cela implique qu’il n’est pas possible d’avoir un apprentissage centralisé où un agent apprendrait

les caractéristiques d’un front de rue et le distribuerait ensuite à l’ensemble des agents.

Chaque agent politique local reçoit les informations agrégées des agents microscopiques stationnés sur

les emplacements du front de rue qu’il perçoit. Ces informations sont disponibles sous forme d’un vecteur

d’entrées, sans autre connaissance de l’environnement microscopique (figure 7.3). Il s’agit de données d’usagers

moyennées mais le vecteur de perception est juste un ensemble de valeurs numériques, sans informations sur

son type (tarif, occupation des places, satisfaction moyenne, ...).

Couche
microscopique

Agent
local

Perceptions
Modèle

d'apprentissage
Actions

Figure 7.3 – L’agent reçoit en entrée un vecteur non annoté correspondant aux perceptions et propose en sortie un
nombre correspondant à une action à appliquer sur l’environnement. La couche microscopique est inconnue de l’agent
politique.

Agent politique de contrôle L’agent local observe son front de rue et souhaite améliorer ses performances

individuelles en proposant, à son agent global, une action.

Afin de conserver une cohérence entre la description de l’agent politique de SmartGov et le fonctionnement

multi-niveaux du CDQN, l’agent de contrôle est également décrit en utilisant l’ équation (4.10).

Il est défini par :

dcj = 〈Sc
j,fdr, I

c
j , {Fusion, Separation}, ρc〉

où :

— Sc
fdr ⊆ Sj,fdr l’ensemble fini des fronts de rue sous la responsabilité de l’agent de contrôle j.

Notons dcj l’agent de contrôle j et dli l’agent apprenant local i.

L’ensemble des structures d’un agent politique global dcj est l’ensemble joint des ensembles des structures

des agents locaux qu’il gère, soit Sc
j = ∪i∈dc

j
Si où Nj est le nombre d’agents locaux associés à l’agent de

contrôle dcj . Ce nombre Nj est susceptible de changer lorsque les agents de contrôle affinent leurs clusters

d’agents locaux pour améliorer leurs gains agrégés.

Il faut noter que les perceptions de l’agent de contrôle sont différentes de l’ensemble joint des perceptions
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des agents locaux composant le cluster. En effet comme perception, l’agent de contrôle reçoit 2 éléments : le

gain agrégé, obtenu par agrégation du gain de ses agents locaux à partir de leur fonction objectif, ainsi que

l’action jointe suggérée par ses agents locaux. Ainsi, l’ensemble fini des perceptions de l’agent de contrôle dcj
est décrit par :

Ij = {gdl ,as
j} (7.1)

avec gdl = (gdl
0
, gdl

1
, . . . , gdl

n
) où gdl

i
est le gain de l’agent local i et où as

j est l’action jointe suggérée.

Nous considérons ici que les agents de contrôle disposent de perceptions exactes, les informations transmises

par les agents apprenants étant toujours considérées comme parfaites.

Les actions de l’agent de contrôle ainsi que la fonction de décision sont les mêmes que celles définies dans

le chapitre précédent (section 6.2.7) avec la fusion et la séparation.

L’instance de la couche macroscopique est désormais définie. Nous illustrons maintenant comment cette

couche peut être couplée à l’algorithme de CDQN pour proposer des actions sur l’environnement et disposer

d’un découpage géographique.

7.2.3 Mise en œuvre de CDQN et couplage des dynamiques

Nous avons mentionné que la couche macroscopique ne connait pas le fonctionnement de la couche

microscopique ni ce qu’elle représente. La couche microscopique fonctionne comme une boite noire aux yeux

de la couche macroscopique. La couche microscopique fournit simplement aux agents politiques locaux un

vecteur de perceptions similaire à celui décrit dans la section 7.2.2. L’avantage de ce fonctionnement est de

permettre à la couche macroscopique d’être entièrement indépendante en n’ayant aucune connaissance a

priori de la couche microscopique dont elle modifie l’environnement.

Afin de construire un gestionnaire de simulations pertinent, nous introduisons les notations suivantes :

Un simulateur est une instance de SmartGov composée de deux modules : la couche microscopique

et la couche macroscopique. Une simulation est ici l’évolution des agents dans la ville pendant un certain

nombre d’itérations ou ticks donnés. Les agents microscopiques arrivent en même temps dans la simulation et

cherchent un emplacement pendant une heure dans la matinée. Une séquence de simulations représente ici

un ensemble de journées pendant lesquelles les agents cherchent un emplacement avec des prix qui n’évoluent

pas. Une série de séquences ou époques correspond à la re-génération d’un état initial de la simulation

pour forcer l’exploration.

La configuration du gestionnaire de simulations permet au décideur politique de gérer le couplage entre

les deux modules. Elle conduit à se poser les questions suivantes :

— Pendant combien de temps la simulation va-t-elle se dérouler ?

— Comment évolue l’agent humain dans une même séquence de simulations ?

— De combien de simulations est composée une séquence de simulations ?

La première question relative au calibrage de la durée de la simulation, a un impact important sur le

temps nécessaire à l’apprentissage pour trouver une solution stable. Bien que le décideur politique soit moins

sensible à la problématique du temps de simulation pour l’apprentissage, il est nécessaire qu’il le calibre
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correctement pour bien exploiter SmartGov. En effet, la simulation d’un système complexe est coûteuse

en temps et la couche macroscopique enregistre une transition entre chaque séquence de simulations. Par

conséquent, plus une simulation dure longtemps, plus l’accumulation d’expériences pour l’apprentissage sera

importante. Imaginons par exemple le cas où un décideur choisit d’avoir une centaine d’agents microscopiques

et qu’il simule leur trajet quotidien pour se rendre à leur lieu de travail dans la matinée. S’il fait le choix

d’étaler les trajets entre 6h et 11h alors une partie du temps de simulation sera alors inutile, certains agents

étant déjà arrivés à leur lieu de travail et d’autres tournant en boucle sans trouver d’emplacement. Il serait ici

plus efficace de restreindre le temps de simulation entre 8h et 9h, cela diminue notamment le nombre de ticks

nécessaire pour obtenir un résultat significatif. Nous observons avec cet l’exemple que, bien que le choix d’une

plage horaire particulière soit arbitraire (ici entre 8h et 9h), il impacte le nombre d’itérations nécessaires

pour la simulation et doit donc être déterminé avec soin. Pour nos expérimentations, le tick d’itération de la

simulation de la couche microscopique a été calibré à une seconde.

La deuxième question porte sur l’évolution du comportement des agents humains simulés. Dans notre

modèle, c’est la personnalité de l’agent qui définit une fonction de calcul de score de chaque emplacement

en fonction de son prix, de la distance à son lieu de travail et d’autres paramètres définis par le décideur.

Après un certain laps de temps paramétrable, l’agent considère qu’il ne va pas trouver d’emplacement de

stationnement satisfaisant avant la fin de la simulation, c’est-à-dire ayant une utilité supérieure ou égale à une

limite fixée par la personnalité de l’agent. Un conducteur humain ne trouvant pas d’emplacements satisfaisants

(trop chers, ou toute autre raison) peut être amené, après quelques jours, à modifier son comportement de

mobilité [218] (il va privilégier les transports en commun par exemple). Nous avons donc intégré le changement

de mobilité (choix d’une alternative à la voiture) pour les agents dans cette situation. La décision dépend du

niveau de satisfaction de l’usager, selon le processus suivant : dans la première simulation, comme l’agent ne

connait pas les prix des emplacements, il va donc chercher pendant un certain temps une place où se garer. Il

est tout à fait possible que l’agent finisse par stationner mais dans ce cas, sa satisfaction sera assez faible, et

si l’agent ne trouve pas d’emplacement satisfaisant à la fin de la simulation, sa satisfaction est minimale. À la

seconde simulation, l’agent tente une nouvelle fois de trouver un emplacement de stationnement, généralement

sans plus de succès que lors de la précédente étape. Lors des simulations suivantes, l’agent va alors calculer

la probabilité qu’il a de tenter à nouveau de trouver un emplacement, par rapport à celui du choix d’une

mobilité alternative.

Cependant, pour des raisons de simplification et parce que ce changement de comportement précédent

n’était pas utile pour tester l’apprentissage de politiques, notre étude ne représente pas les mobilités alternatives

mais permet juste à l’agent de faire le choix entre l’utilisation de sa voiture ou une alternative quelconque.

Toutefois pour traiter cette situation d’échec du stationnement, nous avons donné la possibilité au décideur

politique de spécifier, via la taille d’une fenêtre de décision, le nombre de simulations pendant lesquelles

l’agent peut tenter de trouver un emplacement. Ainsi, une fenêtre de décision de taille trois implique que

l’agent va tenter, pendant encore deux nouvelles simulations, de trouver un emplacement après la première

simulation, même s’il n’a trouvé aucun emplacement de stationnement satisfaisant. Après chaque simulation,

l’agent conserve un historique de sa satisfaction h (comprise entre 0 et 1 et égale à 0 lorsqu’il ne trouve pas
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d’emplacement) où hi est la satisfaction à la simulation i et apporte plus d’importances aux échecs récents

que passés avec un vecteur de poids λ, dont les éléments décroissent (λ est similaire au discount factor du

Q-learning). La satisfaction est calculée à l’aide de l’équation (4.7). Le décideur politique choisi également

une valeur minimale de score à partir de laquelle l’agent continue à chercher des emplacements. Dès que cette

valeur est dépassée, l’agent calcule alors la probabilité d’utiliser une modalité alternative (figure 7.4). À partir

du moment où l’agent décide de prendre une modalité alternative, il cesse d’être simulé jusqu’à la prochaine

séquence de simulations.

0 Borne 1 Score

Décision

Hésitation

Prend la voiture

Figure 7.4 – Représentation du fonctionnement de choix d’alternative pour l’agent humain en fonction de son score
de satisfaction. Lorsque le score est supérieur à la borne, l’agent prend automatiquement son véhicule et cherche un
emplacement. Lorsque le score est inférieur à la borne, l’agent considère une alternative à la voiture et calcule sa
probabilité de prendre cette alternative.

La troisième question liée au calibrage de la simulation concerne la taille de la séquence de simulation. Ce

calibrage permet de gérer le compromis entre laisser l’agent humain évoluer vers un nouveau comportement,

ou choisir d’adapter la politique au niveau macroscopique. À cet effet, la taille de la séquence définit à quelle

fréquence est appliquée chaque action politique. Imaginons dans ce scénario que le décideur politique fasse le

choix d’une séquence de 5 simulations (ce qui correspond aussi à une fenêtre de décision de taille 5), avec un

horizon de 30 séquences (soit 30 actions environnementales effectuées). Les agents politiques locaux perçoivent

donc l’environnement toutes les cinq simulations, et appliquent alors une action sur l’environnement. Pour

simplifier les expérimentations, nous considérons que les agents humains ne sont sensibles qu’aux tarifs

pratiqués pour le stationnement. À chaque nouvelle séquence de simulations, il y a donc soit une modification

tarifaire, soit une modification du nombre d’emplacements, soit aucun changement. Ainsi, il est nécessaire de

simuler 5 fois le comportement des agents pour un même prix d’emplacement avant que les agents politiques

n’enregistrent une transition et apprennent des modifications sur l’environnement et sur le nombre de places

occupées à la fin de la cinquième simulation. Cela renforce également le fait qu’il est nécessaire de bien choisir

le tick de simulation pour éviter que l’accumulation d’expériences soit trop importante.

En observant le résultat des simulations, le décideur répond à ses différents questionnements et calibre de
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manière empirique le gestionnaire de simulations pour permettre un meilleur couplage de dynamiques. Il est

possible que le décideur ait besoin de disposer des connaissances du concepteur pour correctement calibrer le

gestionnaire de politiques à ses objectifs. Nous pouvons imaginer qu’en effectuant plusieurs simulations, le

décideur va progressivement être sensibilité aux différentes notions du gestionnaire de simulations. Dans un

cadre plus complexe, la présence d’un expert est toujours envisageable. Une fois le gestionnaire de politiques

configuré, le décideur dispose désormais des outils pour construire une politique de tarification d’emplacements

dans une ville.

7.3 Expérimentations

Nous avons choisi de découper le scénario précédent en trois expérimentations nous permettant de valider

la pertinence du gestionnaire de politiques relativement à la bonne répartition des agents politiques locaux,

pour assurer une politique globale qui maximise le gain du décideur (tableau 7.1). Les deux premières

expérimentations reposent sur un environnement spécifique pour illustrer le fonctionnement d’une des deux

actions de contrôle : fusion ou séparation des clusters. La troisième expérimentation présente un cadre plus

complexe où l’agent de contrôle peut être amené à appliquer plusieurs actions de contrôle.

Expérimentation Actions de contrôle testées Nb agents de contrôle initial Nb agents locaux

1 Fusion 1 17
2 Séparation 2 17
3 Fusion, Séparation 2 32

Table 7.1 – Les trois expérimentations sont construites autour du même scénario où la fonction objectif est
de maximiser le gain

7.3.1 Paramètres du scénario

Pour compléter le simulateur, le décideur politique doit paramétrer la personnalité des agents de la couche

microscopique et la couche macroscopique avec les méta-paramètres du CDQN.

Pour les besoins de ce scénario, les personnalités des agents sont construites de manière à exhiber des

comportements différents.

Comme déjà mentionné, pour nos expérimentations, les agents humains sont sensibles uniquement aux

tarifs, représentés par la tableau 7.2. Ainsi, les agents humains normaux vont accepter un tarif de 2e alors

que les agents humains économes ne stationneront jamais pour ce tarif.

Les profils de populations sont décrits par la tableau 7.3.

Le CDQN dispose d’autre part d’un ensemble de méta-paramètres, pouvant être calibrés par le décideur

politique ou un expert accompagnateur en fonction du scénario.

Les méta-paramètres sont ici détaillés pour chaque scénario envisagé.

un seul paramètre est spécifié pour l’action de fusion des agents de contrôle :
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Profil Prix ($)

Meilleur Pire Poids

Normal [0 :2.0] [3.0 :4] 1

Économe [0 :1.0] [2.0 :4] 1

Table 7.2 – L’évaluation par les deux profils d’agents humains des prix des emplacements. Dans le cas où le
prix se trouve dans le meilleur intervalle, l’utilité de l’agent pour s’y garer est de 1 alors qu’elle est de 0 dans
le pire intervalle. L’utilité évolue linéairement entre les deux intervalles.

Profils (%)

Pop Nor Écon

p1 100 0
p2 0 100

Table 7.3 – Les deux populations p1 et p2 aux personnalités différentes utilisées pour les exemples de fusion
et de séparation

— Nombre de séquences similaires : les séquences similaires sont des séquences d’actions non-ordonnées

permettant à des clusters d’atteindre le plus haut gain identifié. Deux agents de contrôle peuvent choisir

d’appliquer l’action de fusion (section 6.2.6) après le nombre spécifié d’itérations ayant des séquences

similaires. Un nombre de 1 implique que les agents fusionnent dès qu’ils obtiennent une séquence

similaire alors qu’un nombre plus élevé entrâıne une meilleure stabilité des propositions effectuées par

les agents locaux.

Les paramètres liés à l’action de séparation des agents de contrôle sont :

— Taille de la zone interdite : le score de confiance varie entre -1 et 1. La taille de la zone interdite

détermine la stabilité attendue par la simulation pour appliquer l’action de séparation. Le décideur peut

avoir une zone proche de 0 (stabilité faible) jusqu’à avoir ses bornes autour de -1 et 1, ce qui garantit

que la solution est obligatoirement stable avant d’appliquer l’action de séparation ;

— Taille du tampon : elle correspond au nombre d’itérations pendant lesquelles le score de confiance ne

doit pas entrer dans la zone interdite. Une taille de 1 signifie qu’à l’instant où les scores de confiance

des agents locaux d’un cluster sont hors de la zone interdite, l’agent de contrôle effectue une action de

séparation, alors qu’une taille plus importante va impliquer d’atteindre une certaine stabilité du score

de confiance ;

— Incrément du score de confiance : le score de confiance varie initialement par incrément de 0.1

mais il est possible de déterminer un incrément plus grand ou plus faible, ainsi qu’une asymétrie entre

les incréments positifs et négatifs.

Les paramètres liés aux actions de conservation ou d’annulation des actions de contrôle de fusion et de

séparation :

— Nombre de fois où un gain supérieur après action est atteint : un compteur est initialisé lors
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de l’expérimentation d’une action de contrôle et est incrémenté à chaque fois qu’un gain supérieur ou

égal (strictement supérieur dans le cas d’une séparation) est atteint. Pendant une même simulation, un

gain supérieur peut être atteint plusieurs fois. L’action de contrôle sera validée si un gain supérieur a

été atteint un certain nombre de fois. Dans le cas contraire, les clusters reprennent leur configuration

initiale. Il est donc nécessaire de choisir une valeur du nombre de fois où un gain supérieur est atteint,

qui soit strictement inférieure au nombre d’itérations, puisque cela impliquerait par exemple qu’un gain

maximal serait atteint dès le début de la simulation suivante ;

— Nombre maximal d’itérations pour tester une action de contrôle : il est aussi possible d’envi-

sager un nombre d’itérations différent pour l’action de Fusion et Separation.

Il est important de fixer correctement ces deux paramètres pour obtenir un résultat pertinent : à titre

d’exemple, un gain agrégé atteint un nombre de fois assez faible sur un grand nombre d’itérations ne garantit

pas nécessairement une meilleure distribution des agents locaux dans les clusters. Le paramétrage de ces

paramètres se fait actuellement de manière empirique.

Comme expliqué dans le chapitre sur CDQN, chaque agent local dispose de son propre réseau de neurones.

Tous les réseaux de neurones sont entrainés en utilisant l’algorithme ADAM [130] et une taille de mini-batches

(sous-ensembles) de 64 échantillons. Le discount factor est de 0.95. Durant l’apprentissage, le choix des

actions est fait en suivant une politique ε-greedy où ε décroit de 1.0 à 0.01 (εmin) à chaque fois que les agents

proposent une action. L’agent de contrôle va donc forcer l’exploration en choisissant l’action la plus suggérée

avec une probabilité de 1− ε et impose une action aléatoire avec une probabilité de ε. La mise à jour de ε est

égale à ε′ = ε× εdecay avec εdecay = 0.995. La taille de l’échantillon ainsi que les paramètres de l’ε-greedy (ε,

εdecay, εmin) peuvent également être fixés par l’utilisateur de CDQN.

7.3.2 Mise en place de la fusion et de la séparation

Avant de construire notre scénario, les actions de contrôle du CDQN, c’est-à-dire la fusion et la séparation

(expérimentation 1 et 2 respectivement), sont employées sur des exemples simplifiés.

Ces deux expérimentations permettent de comprendre et valider chaque action de contrôle séparément.

Considérons différents quartiers avec des personnalités d’agents variables (représentées par la couleur du

quartier dans la figure 7.5 et la figure 7.6).

Pour valider l’action de fusion, le premier exemple utilise deux quartiers q1 et q2 avec des agents possédant

une unique personnalité p1 (figure 7.5). Ici l’agent de contrôle dispose uniquement de l’action de contrôle

Fusion et de ne rien faire.

Le second exemple sert à valider l’action de Separation en considérant cette fois deux personnalités

différentes. Cette expérimentation considère deux quartiers et deux personnalités différentes : le premier (resp.

second) quartier q1 (resp. q2) possède les agents avec la personnalité p1 (resp. p2) (figure 7.6).

L’agent de contrôle dc1 dispose des actions Separation et ne rien faire.

Les deux exemples sont implémentés avec Repast Simphony (figure 7.7) pour deux quartiers de Los

Angeles. Le quartier nord (q1) dispose de 9 fronts de rue (pour un total de 72 emplacements disponibles), soit

9 agents politiques locaux ; le quartier sud (q2) dispose de 8 fronts de rue (pour un total de 64 emplacements
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Figure 7.5 – Description d’une action de fusion avec un état initial disposant de deux clusters alors que les deux
quartiers q1 et q2 ont des agents aux personnalités identiques. L’objectif pour ce scénario est d’avoir une fusion des
clusters dc1 et dc2 en un cluster dc1 pour valider l’objectif de minimisation du nombre de clusters.

 
 
 
 
 

 
 
 
 
 

 
 
 
 
 

Figure 7.6 – Description d’une action de Separation avec un état initial omposé d’un seul cluster. L’objectif pour ce
scénario est d’avoir une séparation du cluster dc1 en deux clusters dc1 et dc2.

disponibles). Dans le cadre de nos expérimentations, qui se limitent à l’évolution des clusters, les quartiers

sont séparés : un agent apparaissant sur q1 ne peut pas aller à q2 puisqu’il n’existe pas de route joignant les

deux quartiers. q1 peut accueillir 90 agents humains et q2 80.

Figure 7.7 – Implémentation des scénarios pour la fusion et la séparation avec Repast Simphony et Open Street
Map comme fond de carte. Les polygones jaunes représentent les lieux de travail Sbat, les carrés verts représentent les
emplacements de stationnement Semp.

144



7.4. Résultats

7.4 Résultats

Cette section introduit les résultats obtenus avec l’algorithme CDQN sur les expérimentations de fusion

uniquement (1) et de séparation uniquement (2) dans un premier temps puis avec l’expérimentation complète

(3) dans un second temps.

7.4.1 Validation des actions de Fusion et de Separation séparément

Pour évaluer ces deux expérimentations, les résultats sont comparés avec des Independant Deep Q-

Learners [231] (IDQL) (Agents apprenants indépendants profonds). Ils sont paramétrés avec le même réseau

que les agents locaux. Le fonctionnement des IDQL revient à avoir un CDQN sans agents de contrôle.

Pour les IDQL, le gain cumulé global correspond à la somme des gains locaux obtenus par les agents

indépendants à la fin d’une séquence de simulations pendant une série de séquences. C’est équivalent à la

somme des gains des agents de contrôle dans le cadre du CDQN.
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Figure 7.8 – Gain cumulé global pour l’action de Fusion (expérimentation 1)

La figure 7.8 montre que le CDQN obtient un meilleur gain global cumulé que les IDQL à l’aide de

la configuration initiale des clusters. Après un certain nombre d’itérations, les agents locaux proposent

des actions qui améliorent le gain global. Quand les deux agents de contrôle ont un nombre de séquences

d’actions identiques égales à la valeur du méta-paramètre spécifiée, ils fusionnent (ici à l’épisode 5). Cette

configuration de cluster est conservée après l’évaluation de l’action de fusion, ce qui révèle que l’action est

pertinente. En étudiant la politique appliquée sur ce scénario, nous constatons que le meilleur gain est obtenu

en proposant d’appliquer le même prix pour tous les emplacements, mais que le prix dépend de la population

utilisée (2e pour p1 et 1e pour p2). L’analyse fine du graphique montre aussi qu’en réduisant l’impact de la

non-stationnarité, notamment grâce aux agents locaux d’un même cluster qui effectuent la même action, la
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vitesse d’apprentissage est accrue, et permet d’atteindre plus rapidement une politique individuelle optimale

que dans le cas d’agents indépendants avec IDQL.
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Figure 7.9 – Gain cumulé global pour l’action de Separation (expérimentation 2)

Au début de cet exemple, CDQN et IDQL explorent l’environnement (figure 7.9). Avant 15 époques,

le cluster identifie un groupe d’agents locaux qui contribue davantage à l’amélioration du gain global et il

modifie les scores de confiance en conséquence. Ce phénomène est visible avec l’évolution du score de confiance

(figure 7.10).

Dans cette configuration, les IDQL obtiennent de meilleures performances que le CDQN dans les 15

premières époques car chaque agent indépendant choisit ses propres actions alors que seule la moitié des

agents du CDQN voient l’action qu’ils ont suggérée être effectuée. Dans le cadre du CDQN, certains agents

locaux apprennent que les actions appliquées par leur agent de contrôle dc1 n’améliorent pas leur gain local

alors que d’autres agents locaux ont des actions augmentant leur gain local. La particularité de ce scénario est

d’avoir les deux personnalités p1 et p2 gérées par les agents politiques du même cluster. Le gain d’un agent

local présent dans le quartier q1 est maximal lorsque tous les emplacements sont disponibles et que le tarif est

de 2e. Alors qu’un agent local présent dans le quartier q2 obtient un gain maximal lorsque le tarif est de 1e.

La personnalité p1 étant représentée en majorité dans cet exemple, le gain global est plus important quand

la politique du cluster est d’avoir des emplacements à 2e pour lesquels seul la personnalité p1 accepte de

stationner. Par conséquent, les agents locaux proposant des actions amenant les tarifs autour de 2e auront

leur score de confiance augmenté, alors que les agents locaux proposant de réduire les tarifs à 1e auront leur

score de confiance diminué. Un écart va alors se créer entre le score de confiance des agents du quartier q1 et

ceux du quartier q2.

Lorsque les conditions nécessaires pour effectuer une séparation sont réunies (liées à la taille de la zone

interdite et au nombre d’itérations sans franchir la zone interdite), l’agent de contrôle conserve les agents
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Figure 7.10 – Évolution du score de confiance sur les 500 premières séquences de simulations (soit environ 15 époques).
Lors des 80 premières séquences, les agents locaux explorent et proposent des actions aléatoires, ce qui ne modifie pas
leur score de confiance. Au cours de l’apprentissage, certains agents améliorent le gain global, ce qui augmente leur
score de confiance et certains agents le réduisent, baissant ainsi leur score de confiance. Vers la séquence 480, l’agent
de contrôle possède des scores de confiances stables et est en mesure d’effectuer une séparation, visible par la remise à
0 du score de confiance de chaque agent local présent dans le cluster.

locaux avec un score de confiance positif et crée un nouvel agent de contrôle avec le reste des agents locaux. À

partir de cette séparation, les agents de contrôle peuvent désormais appliquer des actions environnementales

différentes à chaque itération. L’impact de l’action de séparation à la quinzième époque est immédiat sur le

gain global puisque les agents locaux sont désormais tous en mesure de proposer des actions pertinentes pour

leur cluster. Ainsi, l’algorithme de CDQN obtient de meilleurs résultats que les IDQL grâce à l’apprentissage

effectué sur un cluster plus homogène. La somme des gains de chaque agent de contrôle est supérieure au gain

de l’agent de contrôle avant l’application de l’action de séparation et, par conséquent, l’action est considérée

comme pertinente. Les agents locaux présents dans les clusters suggèrent des actions augmentant leur score

de confiance et, après un certain nombre d’itérations, le système se stabilise. La politique urbaine résultante

de cet exemple est le découpage de deux régions (ici, les deux quartiers) avec un quartier où les tarifs sont de

2e (correspondant au tarif maximal que les agents avec la personnalité p1 sont prêt à payer) et un quartier

où les tarifs sont à 1e(tarif maximal pour les agents avec la personnalité p2).

Observons maintenant comme la combinaison des deux actions de contrôle permet de produire une

politique urbaine complète.

7.4.2 Scénario complet

Considérons un scénario où l’environnement contient 4 quartiers q1, q2, q3 et q4, les deux précédentes

personnalités p1 et p2 et deux agents de contrôle (figure 7.11).

Les quartiers q1 et q2 ont la même structure que dans les deux exemples précédents. Le quartier q3 dispose

de 5 fronts de rue (pour un total de 57 emplacements disponibles) et peut accueillir 70 agents humains et

le quartier q4 dispose de 10 fronts de rue (pour un total de 81 emplacements disponibles) et peut accueillir
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Figure 7.11 – Combinaison de la fusion et de la séparation où l’état initial dispose de deux clusters chacun ayant
deux quartiers de populations différentes p1 et p2. L’objectif pour ce scénario est de correctement découper les clusters
afin que les clusters se retrouvent chacun avec deux quartiers de personnalités identiques. Cela permet d’une part de
réduire le nombre de clusters et d’augmenter le gain global de la simulation.

100 agents humains. Ce scénario contient un total de 32 agents locaux et 274 emplacements disponibles

(figure 7.12).

Figure 7.12 – Les 4 quartiers du scénario

L’algorithme de CDQN commence par une exploration de l’environnement avant de fusionner (figure 7.13)

vers l’époque 10. La démarche pour la séparation est similaire à celle du l’exemple de séparation précédent où

seul une partie des agents locaux permettent d’augmenter le gain global, ce qui n’empêche pas les autres

agents politiques d’accumuler de l’expérience. Le saut à l’époque 15 correspond à l’agent de contrôle du

CDQN qui se sépare en deux agents de contrôle, permettant d’augmenter le gain cumulé global. Les agents

indépendants obtiennent un gain cumulé global plus faible que celui du CDQN dans cette configuration,

car cette dernière requiert plus de coordination entre les agents que dans les scénarios précédents, et les

actions augmentent peu le gain cumulé global. La politique urbaine proposée dans cette configuration est
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lé

gl
ob

al

CDQN
IDQL

Figure 7.13 – Gain cumulé global pour le scénario avec les actions de contrôle Fusion et Separation (expérimentation
3)

un découpage de l’environnement où un agent de contrôle dc1 possède les quartiers q1 et q3 et un agent de

contrôle dc2 possède les quartiers q2 et q4 avec des tarifs correspondant aux personnalités des quartiers, soit

2e pour les fronts de rue du cluster dc1 et 1e pour les fronts de rue du cluster dc2.

Il est possible de voir comment les agents locaux apprennent en consultant les actions suggérées à la fin

de chaque séquence de simulations en fonction de leurs perceptions (figure 7.14). Au début de la simulation,

les agents locaux apprennent et choisissent aléatoirement leurs actions (figure 7.14a). L’agent de contrôle

applique également des actions choisies aléatoirement avant de prendre l’action la plus suggérée par ses agents

locaux. Après chaque épisode (une trentaine de séquences de simulations), l’environnement réinitialise les

tarifs et les emplacements disponibles afin de forcer les agents locaux à être confrontés à de nouveaux états et

apprendre la meilleure politique urbaine. La figure 7.14b représente un état initial où les prix sont bas (0.5e).

Ici, les agents locaux ont suffisamment appris pour tous proposer l’action ↗ permettant d’augmenter les prix

pour maximiser leurs gains locaux et le gain global. Les actions proposées ensuite n’ont pas d’impact sur

l’environnement, en effet, ils proposent d’augmenter le nombre d’emplacements, qui est déjà au maximum, ce

qui revient à ne pas modifier l’environnement.

7.5 Discussion et perspectives

Les expérimentations réalisées dans ce chapitre montre comment la combinaison de l’approche CDQN

avec le modèle SmartGov permet de produire des politiques urbaines à partir de personnalités existantes.

Ces expérimentations décrivent un contexte simplifié où l’aspect co-construction est limité à la construction
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(a) Démarrage de la simulation

(b) Après une fusion et une séparation

Figure 7.14 – Les actions suggérées par les agents locaux à leur agent de contrôle à la fin de chaque séquence
de simulations. (a) représente le début de la simulation lorsque les agents explorent, les actions suggérées ici sont
déterminées aléatoirement. (b) correspond à un épisode où les agents ont appris les spécificités de l’environnement.
Aux itérations 589 à 591, les apprenants suggèrent ensemble d’augmenter les prix. Le système se stabilise lorsque les
agents locaux suggèrent en majorité une action n’ayant pas d’impact sur la simulation (équivalent à ne rien faire).

initiale, par le décideur, de la couche microscopique. Les deux premiers scénarios utilisent un nombre restreint

d’actions de contrôle pour valider leur utilité dans l’amélioration des configurations de clusters. Le troisième

scénario combine les différentes actions de contrôle pour montrer l’intérêt du CDQN, par rapport à l’IDQL,

pour permettre un apprentissage décentralisé dans un cadre non-stationnaire. Dans cette section, nous nous

intéressons aux différentes composantes de SmartGov, notamment la co-construction des politiques urbaines

et de l’apport du CDQN comme méthode d’apprentissage dans notre contexte.
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7.5.1 Validation de la co-construction de politiques urbaines

L’objectif de ce travail de thèse était de proposer une architecture générique pour la co-construction de

politiques urbaines. Cependant, les expérimentations que nous avons mises en place au long de ce chapitre ne

permettent pas de valider cet aspect. Dans cette section, nous nous intéressons à ce que représente, pour nous,

la co-construction présente dans cette thèse et notre positionnement sur cette problématique dans l’ensemble

de ce travail de thèse.

La validation de la co-construction nécessite plusieurs étapes distinctes :

— Dans un premier temps, la co-construction doit être définie de manière formelle afin de cadrer les

interactions qui auront lieu entre un outil d’aide à la décision, ici le modèle générique SmartGov, et les

décideurs politiques. Dans la section 4.8 et la section 4.6, nous avons décrit d’un point de vue théorique

les interactions qui seraient possibles et la manière dont celles-ci seraient réalisées. Ce modèle formel

doit ensuite être validé pour garantir que la co-construction est envisageable. Cependant, valider un

modèle formel générique requiert d’en posséder une instance concrète.

— Ainsi, dans un second temps, il est nécessaire de produire cette instance du modèle formel pour disposer

d’un support sur lequel le décideur pourra interagir et plus tard co-construire des politiques. Nous avons

développé une instance de Smartgov, qui a pu être utilisée par plusieurs stagiaires provenant de masters

en informatique. Ces stagiaires possédaient cependant un important bagage en informatique, et il nous

resterait donc à vérifier que notre outil peut être utilisé par des décideurs sans connaissances dans ce

domaine.

— Enfin, dans un troisième temps, il faut solliciter des décideurs sensibles à ces problématiques de co-

construction. Il est ensuite requis d’établir un protocole expérimental pour observer s’il leur est possible

de se servir de l’outil sans assistance et si cet outil correspond bien à leurs besoins.

Pour valider cet aspect de co-construction, nous sommes confrontés à une différence entre l’aspect théorique

et fondamental du modèle formel tel que présenté au chapitre 4, et l’aspect ingénierie de l’instance. En effet,

pour valider notre modèle SmartGov, nous avons besoin de passer par une instance concrète. Cependant, la

mise en place d’une instance implique des contraintes d’ingénierie, qui sont liées par exemple au choix de la

plateforme ou au langage de programmation utilisé. Par conséquent, ces contraintes peuvent représenter des

limites à la validation du modèle et donc à la validation de la co-construction.

La vision idéale que nous avons de l’instance SmartGov est un outil où la construction de l’environnement

est simplifiée de manière à ce que le décideur puisse construire n’importe quel environnement facilement,

c’est-à-dire sans connaissances expertes préalables. L’avantage de l’instance est donc de réaliser une passerelle

entre une implémentation bas niveau d’un code informatique et les entrées que le décideur peut fournir pour

construire son environnement. Dans l’expérimentation que nous proposons, l’environnement est constitué

d’un réseau routier que le décideur peut facilement extraire d’Open Street Map et le fournir à Smart Gov, il

dispose ainsi d’un graphe représentant le réseau routier sur lequel les agents microscopiques vont évoluer.

Le décideur doit ensuite décrire les emplacements de stationnement. Même s’il dispose d’un fichier avec les

attributs de ces emplacements, comme les coordonnées géographiques et leur ID, il est toujours nécessaire

de transcrire ce fichier en structures exploitables par l’instance. Ainsi, même si une partie du code est déjà
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réalisé, et que le système détecte et traite les informations géographiques par exemple, il reste toujours des

attributs qui requièrent un développement spécifique. C’est une tâche que le décideur, sans connaissances

en informatiques, ne peut pas faire seul et pour laquelle il a besoin d’un intermédiaire, un développeur par

exemple. De la même manière, la construction de l’automate, décrit de manière à pouvoir se déplacer et à

interagir dans l’environnement avec un ensemble de descripteurs, requiert encore des connaissances expertes.

Même si le décideur peut facilement envisager les états, la compréhension des interactions sous-jacentes n’est

pas directement évidente.

Par conséquent, la validation de SmartGov en tant qu’outil d’aide à la décision est une tâche encore

complexe, et il est difficile de se positionner sur ce point. Le CDQN est conçu comme un algorithme autonome,

capable de s’adapter à n’importe quelle représentation de l’environnement. Il ne requiert donc a priori

aucune connaissance de la part du décideur, qui peut directement disposer d’une couche composée d’agents

apprenants indépendants. Cependant, l’ajustement des méta-paramètres nécessite des connaissances acquises

empiriquement en manipulant le système. En effet, l’impact de ces méta-paramètres influent sur la vitesse de

convergence, d’apprentissage et la qualité de la solution produite. La démonstration de la co-construction dans

le cadre de cette thèse porte donc uniquement sur le premier aspect sur les trois envisagés (co-construction

avant la simulation pour construire l’environnement ; pendant la simulation pour effectuer des modifications ;

après la simulation pour modifier la politique construite), les deux autres ayant été considérés formellement

mais pas représentés dans l’instance de SmartGov. Par conséquent, la co-construction, bien qu’au cœur de ce

travail de thèse, est uniquement présentée de manière générique en imaginant les interactions que le décideur

aurait avec SmartGov et qui ont été exprimées dans aux section 4.6, section 4.4.3 et section 7.2. Approfondir

l’aspect co-construction est par conséquent une de nos perspectives de thèse. Pour cela, il nous faudrait valider

(i) le fait que le décideur puisse utiliser facilement l’instance Smartgov sans connaissances a priori (seconde

étape, voir ci-dessus) et (ii) un protocole expérimental permettant de tester la co-construction. Ces deux

étapes nous permettraient ainsi de valider le modèle de co-construction générique présenté à la section 4.8.

7.5.2 Algorithme Clustered Deep Q-Network

Les expérimentations proposées dans ce chapitre portent davantage sur la validation du CDQN en tant

que modèle (pour doter le gestionnaire de politiques d’une intelligence artificielle distribuée pour la résolution

de politique) que la validation du modèle SmartGov. Les trois expérimentations de ce chapitre permettent

une résolution, en se comparant à l’IDQL, des verrous identifiés dans le chapitre précédent. Le premier verrou

est la non-stationnarité qui impacte négativement la réutilisation d’expériences pour l’apprentissage par

renforcement profond. L’action unique que les apprenants d’un même cluster appliquent diminue l’impact

de la non-stationnarité, comme nous pouvons le voir sur les résultats des expérimentations. Le gain cumulé

global est atteint plus rapidement et est plus élevé que lorsque les agents sont impactés par un apprentissage

concurrent. Le second verrou, celui de l’identification de la contribution de chaque agent, est résolu avec

le score de confiance qui est basé sur la différence entre la proposition de l’action et l’action appliquée.

L’agent de contrôle, sans connaitre directement la contribution individuelle de l’agent, peut identifier les

différences dans l’apprentissage de chaque agent avec les actions suggérées. Le score de confiance, utilisé
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pour effectuer l’action de contrôle Separation, permet également d’atteindre un nouveau gain global plus

élevé qu’avant la séparation. Cette évolution du gain maximal obtenu, également connu sous le nom de

problème de la cible mouvante, est également adressé avec l’algorithme CDQN. En réduisant l’impact de la

non-stationnarité, notamment grâce aux agents locaux d’un même cluster qui effectuent la même action, la

vitesse d’apprentissage est accrue et permet d’atteindre plus rapidement une politique individuelle optimale

que dans le cas d’agents indépendants.

Il serait cependant intéressant de confronter l’algorithme CDQN à d’autres approches de la littérature

pour comparer la vitesse à laquelle l’état optimal est atteint, ou la stabilité de la solution proposée.

Distribution initiale des clusters

Le CDQN, utilisé dans le cadre de SmartGov, doit s’adapter à n’importe quel type d’environnement.

Cependant, nous pouvons envisager des cas extrêmes où certaines configurations seront plus lentes que

d’autres à converger. Le décideur impacte donc l’apprentissage initial avec un découpage expert, comme

réalisé dans les trois expérimentations que nous proposons dans ce chapitre. En effet, dans le cas où chaque

cluster dispose d’un unique agent apprenant, nous retrouvons une configuration identique à celle de l’IDQL

qui, comme observé dans la partie résultats, apprend moins efficacement qu’avec une configuration initiale

plus pertinente. Il serait intéressant d’observer dans ce cas comment les agents de contrôle utilisent leurs

actions pour identifier une configuration pertinente.

Afin de prouver la robustesse de notre approche, il serait intéressant d’observer les cas extrêmes suivants

(dans lesquels le CDQN serait susceptible d’être moins performant) :

— un cas où chaque agent de contrôle possède un unique agent apprenant (similaire à l’IDQL) ;

— un cas où le découpage initial est aléatoire, et le nombre d’apprenants dans chaque cluster l’est également ;

— similaire au cas précédent, il est également possible d’envisager un découpage initial aléatoire où les

clusters ne sont pas des zones géographiques contigües (contrairement au découpage en zones adjacentes

que nous avons utilisé, car cela diminuerait la pertinence des clusters).

La simulation avec SmartGov est plus longue que d’autres applications classiques de DQN comme les

jeux Atari par exemple, et la taille de la mémoire à donc de l’importance. Les travaux de Mnih et al. [168]

considèrent 3000 expériences stockées en mémoire avant de supprimer les plus anciennes expériences, ce qui

est relativement rapide. Dans le cadre de SmartGov, 3000 expériences correspondent à 3000 séquences, soit

plusieurs jours de simulations. Dans notre modèle, la suppression des plus mauvaises expériences n’est donc

pas effectuée avant un certain temps, ce qui pourrait impacter négativement le CDQN.

Les choix réalisés pour le CDQN sont d’utiliser deux approches simples de la littérature. Tout d’abord,

nous avons utilisé l’algorithme de Deep Q-Network, qui est l’algorithme le plus simple de l’apprentissage

par renforcement profond (qui fournit de très bons résultats). D’autre part, nous avons mis en œuvre une

réutilisation näıve d’expériences, par opposition à une meilleure gestion de la mémoire qui supprimerait

plus rapidement les mauvaises expériences. Nous montrons donc que même nos choix d’algorithmes simples

(DQN), nous obtenons de bons résultats avec l’utilisation d’une méthode multi-niveaux, et nous adressons

ainsi des verrous de la communauté. Il est tout à fait possible de conserver l’idée du CDQN en changeant
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l’algorithme d’apprentissage et le choix de la réutilisation d’expérience (taille plus petite de la mémoire,

suppression dynamique de mauvaises expériences par exemple).

Le découpage permis par le CDQN permet donc de se détacher de certains découpages existants, trop

sectaires ou trop historiques, qui n’ont plus de sens avec le récent étalement urbain ou l’évolution des quartiers.

7.5.3 Temps de simulation

Nous considérons deux aspects dans le temps de simulation. D’une part le temps nécessaire pour effectuer

une simulation et de l’autre le temps requis pour produire une politique urbaine.

Dans le premier cas, le temps de simulation d’un scénario dépend du nombre d’agents de la couche

microscopique, de leur modèle cognitif et de la taille de l’environnement. Bien évidemment plus l’environnement

est complexe, plus le temps pour générer un tick de simulation sera grand. Cela a donc un impact direct sur

l’apprentissage des agents puisque l’acquisition d’expérience est plus longue. Par contre le nombre d’agents

politiques locaux, en lien avec les structures de l’environnement, a peu d’impact sur le temps de simulation et

le découpage en clusters permet en final de gérer aisément un grand nombre d’agents locaux. Cependant, plus

l’espace d’actions des agents locaux et plus l’espace d’états est grand, plus l’apprentissage prendra du temps,

notamment parce que le nombre d’états a un impact sur le temps nécessaire à l’exploration.

Dans la version actuelle de SmartGov, le décideur politique est donc limité par la complexité des

environnements qu’il peut produire puisque ceux-ci peuvent prendre trop de temps à simuler. Le décideur

peut décider d’agréger son modèle pour simplifier l’environnement qu’il souhaite représenter. Cependant,

l’outil doit permettre au décideur de représenter sa vision de la zone urbaine en limitant les hypothèses de

modélisations qu’il doit faire. Plusieurs solutions sont envisagées pour résoudre les problèmes de temps de

calcul en simulation : la programmation sur cartes graphiques (General-Purpose Computation on Graphics

Hardware), la distribution de la simulation sur des clusters de calcul (parallélisme de la simulation), sauvegarde

de morceaux de simulations pour les réutiliser, etc. Dans le second cas, le temps requis pour produire la

politique repose en partie sur la bonne configuration des meta-paramètres ou encore la description itérative

de l’environnement en fonction des nouveaux besoins par exemple.

Des extensions sur l’instance de SmartGov sont actuellement en cours pour permettre de gérer plusieurs

vitesses de simulations différentes. Il est également possible d’enregistrer des simulations pour pouvoir les

rejouer par la suite, dans un objectif de démonstration par exemple.

7.6 Conclusion

Ce chapitre est un exemple d’usage de SmartGov où le décideur interagit avec l’outil pour construire des

politiques urbaines. Ici, l’interaction est représentée par la construction de l’environnement et des agents

microscopiques par le décideur. Le scénario décrit dans ce chapitre expérimentation est une des nombreuses

applications de SmartGov. Au cours de cette thèse, plusieurs stagiaires ont utilisé l’outil SmartGov pour

construire des environnements, pour tester des simulations microscopiques de déplacements [199] ou encore
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étudier l’impact de la régulation des véhicules de transport de marchandises dans le centre-ville sur la pollution

locale, et de construire des politiques urbaines en conséquence [215].

L’expérimentation que nous présentons considère que les emplacements d’un front de rue sont connectés

puisqu’ils transmettent des informations à leur front de rue et obtiennent des informations sur la satisfaction

des usagers. Avec la SmartCity et la disponibilité des données sur les usagers, il sera possible d’envisager des

emplacements de stationnement dynamique en voirie (par l’intermédiaire d’un marquage au sol par exemple) ;

des tarifications ajustables en continu pour les places inoccupées (incitation des usagers à venir se garer par

exemple) ; un parc d’emplacement de taille ajustable selon les places offertes par des particuliers (entreprises

ou régies immobilières donnant accès à des parkings privés contre d’autres services) ; un guidage dans la zone

urbaine vers des emplacements libres avec des applications dédiées.

L’avis des usagers pourrait ainsi être intégré de manière continue, afin par exemple de diminuer les

tarifications trop fluctuantes si celles-ci ont un impact négatif sur les usagers.

La prochaine étape dans le développement de SmartGov serait de tester l’outil avec des décideurs politiques

et observer si les politiques peuvent être appliquées sur une zone urbaine réelle. Nous envisageons également

de considérer des scénarios de plus grande envergure pour observer l’impact de la croissance du nombre

d’agents microscopiques et d’agents politiques sur les performances, et ainsi vérifier la robustesse du passage à

l’échelle. Enfin, les travaux futurs portent sur le développement de l’interaction entre le décideur et SmartGov

pour tester la conception en continu de politiques urbaines avec la possibilité pour le décideur de réajuster les

politiques proposées par le système dans un mécanisme d’apprentissage réciproque, le décideur communiquant

ses connaissances au système, SmartGov découvrant certains ajustements judicieux des politiques.
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Chapitre 8

Conclusion et perspectives

8.1 Conclusion

La Smart City est à nos portes et la volonté d’intégrer intelligemment la quantité de données maintenant

disponible : sur l’infrastructure ; les nouveaux usages qui en sont faits ; et leurs impacts sur la zone urbaine,

est un objectif des décideurs depuis déjà plusieurs années. Avec la mise à disposition de données parfois en

temps réel, il sera nécessaire d’adapter dynamiquement les politiques urbaines pour répondre au mieux aux

difficultés rencontrées, qui risquent d’aller croissantes avec l’afflux régulier de populations dans les métropoles,

tel qu’envisagé par les spécialistes. Il est ainsi facilement envisageable que d’ici quelques années, tous les

acteurs de la ville, et notamment le citoyen, seront sollicités pour participer à la construction de politiques

urbaines, où leurs besoins et leurs retours seront considérés pour réorienter les politiques en construction ou

déjà mises en œuvre. C’est pourquoi le décideur politique, confronté à l’apport massif de toutes ces données,

a besoin d’outils facilitant l’intégration et la prise en compte de ces retours. Face à cette problématique,

le travail de thèse avait pour objectif de présenter une preuve de concept d’un outil d’aide à la décision

autonome permettant de produire des politiques urbaines dans la ville de demain.

Pour construire un outil d’aide à la décision adapté, nous avons envisagé une architecture à deux niveaux,

indépendants, et nous avons décrit de manière formelle d’une part comment le décideur pouvait exploiter

l’outil et d’autre part comment les couches interagissent entre elles. Une force du modèle est son caractère

générique : l’infrastructure ciblée provient de n’importe quelles données issues de plateformes collaboratives

(par exemple Open Street Map), et les politiques urbaines sont définies selon un modèle générique assez

facilement instanciable. Une fois configurée et instanciée, notre architecture propose un système de simulations

avec des représentations visuelles aisément ajustables par les acteurs.

Dans ce mémoire de thèse, nous avons donc présenté SmartGov, la première contribution de ce travail,

sous la forme d’une architecture générique multi-agents multi-niveaux, dédiée à la co-construction dynamique

de politiques urbaines, dans le cadre de la Smart City de demain.

L’architecture SmartGov décrit formellement l’ensemble des composantes nécessaire pour mettre en place
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deux simulations multi-agents représentant des systèmes complexes réalistes. Nous pouvons envisager que

notre d’outil permettra aussi d’améliorer la transparence de la construction de politiques urbaines, avec des

orientations politiques rendues visibles par la définition des attentes et des objectifs fournis en entrée. La

première simulation, appelée couche microscopique, comprend l’environnement et ses composantes (structures,

perceptions, actions disponibles) ainsi que les agents qui y évoluent et interagissent avec l’environnement. La

seconde simulation, appelée couche macroscopique, représente l’aspect décisionnel lié à la construction de

politiques, par l’intermédiaire d’un système d’apprentissage capable de s’adapter aux différents environnements

de façon dynamique. L’une des particularités de SmartGov est le couplage de dynamiques entre ces deux

couches permettant la co-construction des politiques urbaines à partir des données de la ville. Aucune

connaissance initiale n’est nécessaire, le système est capable d’apprendre à partir de nouveaux environnements

inconnus. Toutefois l’apprentissage est plus rapide lorsque le décideur donne des informations initiales

pertinentes, par exemple sur le découpage géographique des agents politiques en clusters.

Pour illustrer comment l’outil de co-construction de politiques urbaines peut être exploité par les décideurs,

nous avons fourni le processus complet d’instanciation du modèle SmartGov avec un scénario lié à la

construction d’une politique tarifaire d’emplacements de stationnement.

Notre objectif était de doter l’outil de la capacité à prendre des actions politiques de manière autonome et

pouvoir ainsi s’adapter à n’importe quelle évolution de la zone urbaine. Nous avons dans ce but décrit notre

seconde contribution, l’algorithme Clustered Deep Q-Network (CDQN) qui propose un modèle d’apprentissage

autonome et adaptatif, indépendant de SmartGov, par renforcement multi-agents profond, qui par une

répartition pertinente des agents politiques sur le périmètre d’étude, permet d’affiner la régulation de la

politique par rapport à un objectif recherché. Cet algorithme d’apprentissage conduit à un processus décisionnel

où différentes variantes des politiques urbaines sont suggérées au décideur, en fonction des données disponibles

de la Smart City et sur lesquelles le décideur a la possibilité d’ajuster ou de valider certaines actions, dans

une boucle de co-construction dynamique.

Le premier niveau de la couche décisionnelle se compose d’agents apprenants, qui sont distribués sur

la zone urbaine, qui n’ont pas de moyen de communication entre eux, et qui apprennent les spécificités

locales de l’environnement. Ce découpage à des zones restreintes permet un apprentissage rapide, les espaces

d’exploration étant limité. Le second niveau permet de réaliser un découpage géographique de la politique

urbaine en introduisant des clusters regroupant des agents du premier niveau en suivant une configuration

maximisant les objectifs des décideurs. Le CDQN repose sur le modèle formel des Factored Dec-POMDPs et

décrit l’interaction entre les agents apprenants et leur cluster. Cette contribution est également un apport

aux techniques d’apprentissage par renforcement multi-agents avec une manière de coordonner des agents

sans communication entre eux et de permettre de réduire l’impact des environnements non-stationnaires

sur la réutilisation d’expériences. Avec l’usage de récompenses individuelles pour les apprenants et une

attribution d’un score de confiance, le CDQN construit des configurations de clusters pertinentes et s’intéresse

à l’identification de la contribution des agents sur les performances du système dans un environnement

décentralisé.

Ce travail prospectif est une preuve de concept d’une approche de couplage de dynamiques pour la co-
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construction de politiques urbaines dans des systèmes complexes réalistes intégrant un modèle d’apprentissage

autonome et adaptatif. L’architecture SmartGov est implémentée en utilisant la description formelle SmartGov

ainsi que l’algorithme CDQN pour la couche macroscopique. Ces deux contributions ont donc été combinées

pour comparer la co-construction de politiques urbaines sur un exemple de tarification d’emplacements

de stationnement. Notre expérimentation a permis de montrer que CDQN permettait de mieux ajuster la

configuration des agents politiques sur le périmètre d’étude, en fonction d’environnements spécifiques.

Dans cet exemple, nous n’avons pas illustré la participation du décideur aux actions suggérées par le

système. Mais dans une utilisation plus complète et réaliste, et bien que SmartGov exploite ce module

d’apprentissage autonome et adaptatif, les politiques co-construites resteront validées par le décideur politique

qui garde la main sur la politique (valider ou pas une politique suggérée), et qui peut ajuster en dynamique

ses attentes ainsi que sa fonction objectif.

8.2 Perspectives

Nous envisageons trois perspectives portant sur le modèle SmartGov :

1. Co-construction et échanges avec le décideur : la co-construction est formalisée dans notre outil

et peut intervenir à trois moments distincts dans la boucle de conception d’une politique urbaine : au

tout début, pour élaborer la couche microscopique, avec la simulation de la zone urbaine ; lors de la

conception de politique, pour autoriser ou interdire une action préconisée par le système, ou modifier

les structures ; après la proposition d’une politique, pour évaluer ou modifier la séquence d’actions

composant cette politique ou pour la tester à nouveau. Dans le cadre de cette thèse, seul l’aspect

co-construction en entrée de la simulation a été présenté. Les deux autres aspects de la co-construction

n’ont pas été éprouvés par les expérimentations proposées. Une perspective serait donc d’éprouver

l’instance du modèle SmartGov avec une co-construction pendant la simulation, avec la manipulation

en temps réel des structures de l’environnement, et observer l’impact sur la politique ainsi construite.

2. Visualisation améliorée : L’architecture SmartGov est générique et permet aux décideurs de

s’approprier un outil pour co-construire des politiques urbaines à partir des données rendues disponibles

par la Smart City. Par conséquent, une perspective serait de disposer d’interfaces homme-machine

permettant une meilleure visualisation et faciliter la transmission des résultats avec le décideur ou les

usagers.

3. Aide fonctionnelle proposée au décideur : Dans le cadre de cette thèse, même si le modèle s’adresse

au décideur politique, un intermédiaire disposant de connaissances rudimentaires en informatique est un

plus pour la création et l’implémentation du comportement des agents de la couche microscopique par

exemple. Le calibrage des paramètres pour construire l’environnement peut être délicat pour le décideur.

Disposer d’un outil simplifié pour la construction des environnements et des populations microscopiques

permettrait de réduire encore le besoin d’un intermédiaire dans le processus de co-construction.
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4. Validation sur un exemple réel : la validation du modèle SmartGov nécessite d’éprouver des

politiques réelles. Par conséquent, une des perspectives pour le futur de SmartGov est de simuler une

zone urbaine complète avec des données disponibles pour d’une part simuler une première politique

urbaine qui sera appliqué dans la réalité et d’autre part de la faire évoluer avec le retour des usagers.

Nous avons déjà pour cela reçu plusieurs sollicitations de villes (Saint Etienne, Clermont-Ferrand),

et c’est pourquoi nous avons demandé le déploiement d’une plateforme au niveau du laboratoire, qui

permettrait ces différentes déclinaisons de l’outil, avec certainement quantité de retours intéressants.

Nous envisageons aussi plusieurs perspectives portant sur l’algorithme CDQN :

1. Implémentation de méta-actions : les agents de contrôle choisissent une action parmi celles

suggérées par leurs agents locaux et ceux-ci l’appliquent. L’application d’une action unique à un

avantage sur la non-stationnarité, cependant il pourrait être envisagé que les agents locaux utilisent des

variations de l’action imposée par leur agent de contrôle. L’utilisation d’actions locales doit cependant

être étudiée de manière à clairement identifier l’effet sur l’apprentissage et sur les autres agents. En

effet les actions seront moins régulièrement sélectionnées.

2. Compétition et différentes fonctions objectifs : dans les expérimentations du chapitre précédent,

la fonction objectif est identique pour chaque agent politique (qu’il soit global ou local). Il est possible

d’envisager des agents de contrôle ayant des fonctions objectif différentes. Un même cluster regrouperait

alors que des agents locaux dotés d’objectifs identiques, supervisés par l’agent politique partageant

également la même fonction objectif. Cette perspective soulève le risque de non-convergence, en effet

des actions différentes seront effectuées sur des ressources communes, et la perspective doit être creusée

pour savoir si elle est pertinente.

3. Hypothèse sur les séquences d’actions : les agents de contrôle fusionnent lorsqu’ils identifient

des séquences d’actions équivalentes. Pour permettre l’identification de ces séquences, une hypothèse a

été faite sur le fonctionnement des actions et notamment sur l’idée que l’ordre des actions importe peu

sur l’état obtenu. Cette hypothèse nécessite une phase de validation.

4. Apprentissage de la couche de contrôle : la couche de contrôle des agents locaux est un ensemble

de règles de gestion ad-hoc permettant de produire des politiques urbaines sans avoir à modifier la couche

macroscopique. Une perspective est de permettre aux agents de contrôle d’apprendre des configurations,

d’identifier les contributions pertinentes et d’ainsi améliorer le choix de l’action suggérée. L’objectif

serait d’accélérer l’exploration des configurations par les agents de contrôle.

5. Preuve de convergence du CDQN : la dernière perspective envisagée sur l’algorithme de CDQN

est l’étude formelle de la convergence des agents locaux et globaux lors de l’apprentissage et la garantie

que l’ensemble des solutions proposées correspondent à l’ensemble des politiques optimales.
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Ce travail est un pas de plus dans la direction d’outils d’aide à la décision intelligents. Le décideur

politique, et éventuellement les usagers dans le futur, pourront utiliser ces outils pour construire et suggérer

des politiques urbaines dans un écosystème connecté holistique. L’intelligence artificielle sera alors utilisée

pour enrichir les perspectives des concepteurs en proposant de nouvelles solutions ou de nouvelles relations

entre les nombreuses composantes de la ville de demain. Avec l’émergence de ces approches autonomes et

auto-adaptatives, il est important de sensibiliser, dès maintenant, les citoyens au bon usage des nouvelles

technologies plutôt que de les effrayer. L’intelligence artificielle devrait être au service des usagers et des

décideurs et non les remplacer.
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Chapitre 9

Glossaire

Am
p Ensemble fini des actions disponibles sur les structures que l’agent politique perçoit

(page 67)

AΣ Ensemble des actions qu’un automate considère (pages 51, 56)

AH Ensemble fini d’actions politiques disponibles pour le gestionnaire de politiques (pages

66, 68)

E Entrée de la politique (pages 70, 72, 75)

F Ensemble des états finaux de l’automate (page 50)

G Graphe de l’environnement (pages 47, 64, 69)

H L’horizon de temps (pages 69–71)

I Ensemble fini de perceptions (pages 47, 69)

IΣ Ensemble des perceptions pertinentes pour un automate (page 51)

IH Ensemble fini de perceptions de l’environnement de la couche usagers (pages 66–68)

N Ensemble d’agents microscopiques concernés par les actions politiques (page 69)

Nm Ensemble fini d’agents microscopiques (pages 47, 72, 73)

Np Ensemble fini d’agents politiques (pages 65–67)

Pn Personnalité d’un agent humain n (pages 50, 52)

RH Ensemble fini de représentations d’environnement construit à partir de l’agrégation de

perceptions de IH (pages 66, 67, 71)

S Ensemble fini d’états de l’automate (page 50)

T Ensemble fini de types de structures (page 47)

Σ Vecteur d’entrées décrivant les conditions des changement d’états (pages 50, 51)

δ Fonction de transition entre les états de l’automate (page 50)

γ Facteur d’atténuation (page 108)



Glossaire

Â Ensemble fini des actions jointes (page 108)

D̂ Ensemble fini des agents dans le CDQN (page 108)

Ô Ensemble fini des observations jointes (page 108)

Ŝ Ensemble fini des états de l’environnement (page 108)

Ac Ensemble fini des actions de contrôle disponibles pour les agents de contrôle (page 108)

Al Ensemble fini des actions environnementales disponibles pour les agents apprenants

(pages 108, 110, 123)

C Ensemble des configurations possibles des clusters (figure 6.2) (pages 110, 120)

Dc Ensemble fini des agents de contrôle (pages 108, 110)

Dl Ensemble fini des agents apprenants (pages 108, 109, 123)

E Environnement (pages 46, 47, 68, 72)

F Fonction objectif du CDQN pour calculer le gain agrégé des agents de contrôles et

l’attribution de la récompense des apprenants (pages 108, 112, 120)

H L’environnement de la couche macroscopique également appelé gestionnaire de politiques

(pages 65, 66, 68, 72, 73)

O Des objectifs spécifiques du décideur politique (fonction objectif, contraintes, besoins,

etc.) (pages 70–73, 75)

Oc Ensemble fini des observations jointes des agents de contrôle (page 108)

Ol Ensemble fini des observations jointes des agents apprenants (page 108)

P Une politique urbaine (pages 70–73)

S Ensemble fini de structures (pages 47, 69, 72)

Sc Ensemble fini des états des agents de contrôle (page 108)

Sl Ensemble fini des espaces factorisés des apprenants (page 108)

Sm
p Ensemble fini de structures que l’agent politique perçoit (page 67)

SΣ Ensemble des structures qu’un automate considère (page 51)

φ L’indicateur de performance (pages 69–71, 73)

ψ Le périmètre environnemental (pages 69, 71)

ρmp Fonction de décision pour choisir l’action correspondant au vecteur de perceptions fourni

par l’environnement (pages 67, 68)

σ Fonction de score évaluant un ensemble de perceptions liées à une action spécifique de

l’environnement (pages 54–56, 59)

τ Fonction de score de confiance (page 108)

ϕ Le domaine d’action (pages 69, 71)

ς Fonction de satisfaction représentant le gain personnel d’effectuer une action (pages 54,

55, 59)
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ζ Analyse de l’environnement (pages 70–72)

anh Un agent humain (pages 50, 52, 59)

anm Un agent microscopique (page 49)

amp Un agent politique m (pages 67, 71)

ci Caractéristique associées à la perception i (page 52)

dcj Un agent de contrôle ou contrôleur j (pages 110, 111, 114, 115, 117, 119, 120)

dli Un agent apprenant local ou apprenant i (pages 108–114, 122, 124)

e0 État initial de l’automate (pages 50, 61)

ui Fonction d’utilité lié à la perception i (page 52)

wi Poids attribué à une perception i (page 52)

CU Couche Usagers (page 46)

GDP Gestionnaire de Politiques (pages 65, 73)
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[51] Stéphane Clinchant, Christopher Dance, Tom De Ruijter, Peer Ghent, and Onno Zoeter. Using analytics
to understant on-street parking : the impact of special permit use and the benefit to demand based
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[69] Cécile Duchêne and Guillaume Touya. Emergence de zones conflits dans deux modèles de généralisation
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