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Chapitre 1

Introduction

Dans ce chapitre, nous introduirons la problématique de l’analyse des expressions faciales
(1.1) en décrivant les moyens de les caractériser (1.1.1) et les défis à relever pour les extraire de
manière automatique à partir d’une vidéo (1.1.2). Nous présenterons ensuite les jeux de données
et les métriques d’évaluation utilisés (1.2). La dernière partie du chapitre décrira la structure
du document (1.3).

1.1 Contexte et objectifs

Le visage d’un être humain est constitué d’une quarantaine de muscles qui permettent de
produire quelques milliers d’expressions faciales. Ces expressions sont porteuses d’informations
relatives à l’état cognitif et aux intentions sociales d’une personne. L’analyse des expressions
faciales vise à extraire de manière automatique ces indices dans une image ou un flux vidéo.
Il s’agit d’un domaine de recherche très actif à l’interface de la vision par ordinateur et de
l’apprentissage artificiel avec de nombreuses applications dans des domaines variés tels que la
robotique sociale, le marketing, les études cliniques ou encore l’animation d’agents virtuels.

1.1.1 Caractérisation des expressions faciales

Il existe de nombreuses manières de caractériser des expressions faciales [25] que nous avons
choisi de représenter suivant un axe caractérisant le niveau d’interprétation et de subjectivité de
la représentation (cf. figure 1.1). À une extrémité de l’axe, nous trouvons le suivi et la localisation
de points caractéristiques tels que les commissures des lèvres et des yeux ou le bout du nez par
exemple. Les représentations actuelles s’intéressent généralement à 68 ou 51 points, suivant que
l’on considère ou non le contour de la mâchoire. Il s’agit d’une représentation très bas niveau
(i.e. pauvre d’un point de vue sémantique) et qui mélange des facteurs de variation autres que
l’expression faciale (la morphologie et l’orientation du visage par exemple). Mais elle est objective
(la position d’un point sur le visage est très peu sujette à interprétation) et elle constitue une
étape préliminaire à la plupart des tâches d’analyse faciale actuelles, au delà même de l’analyse
des expressions (reconnaissance de l’identité, de l’âge, du sexe...).

A l’autre extrémité de l’axe, nous trouvons les représentations qui nécessitent une interpréta-
tion importante de ce que l’on perçoit sur le visage. Par exemple, une représentation couramment
utilisée dans le domaine de l’informatique affective découle des travaux d’Ekman sur les émo-
tions prototypiques [45]. Celui-ci a proposé une liste d’émotions universellement reconnues :
joie, colère, tristesse, peur, dégoût et surprise. Le principal problème de cette représentation est
qu’elle n’est pas adaptée pour caractériser les expressions faciales spontanées car la plupart de
nos comportements affectifs ne peuvent pas se traduire en terme d’émotions prototypiques. Le
processus d’annotation est toutefois relativement simple et intuitif, et il existe de nombreuses
bases de données annotées [61] (cf. section 1.2). On trouve également à cette extrémité de l’axe
d’autres représentations très répandues telles que la représentation continue des affects. Elle
consiste à projeter les expressions sur un nombre restreint de dimensions latentes. Une expres-
sion spécifique telle que la joie peut alors être décrite pas sa position dans un espace de faible
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Localisation	de	
points	

caractéristiques	

Objectif	 Subjectif	

Emotions	
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Facial	Action	Coding	System	(FACS)	

Représentation	continue		
(valence/arousal)	

Figure 1.1 – Exemples de caractérisation des expressions faciales classés par degrés de subjec-
tivité

dimension. Un exemple simple d’un tel modèle est la représentation de la valence (niveau de
(dé)plaisir associé à l’émotion) et de l’arousal (degré d’activation physiologique) dans un espace
à deux dimensions. Ainsi, dans cet espace, la joie sera caractérisée par un niveau élevé de va-
lence et d’arousal. À l’inverse la tristesse est définie par un arousal et une valence faibles. Cet
espace de représentation est plus riche que celui des émotions prototypiques (espace continu),
mais la projection de l’émotion dans un espace de faible dimension peut entraîner une perte
d’information. Certaines émotions telles que la peur et la colère ne peuvent pas facilement être
différenciées dans cet espace puisque elles se caractérisent toutes deux par une valence négative
et une activation physiologique importante. De plus, le processus d’annotation est moins intuitif
et précis que celui des émotions prototypiques, ce qui limite le nombre de données annotées
exploitables.

Il existe une représentation intermédiaire que l’on pourrait donc situer au centre de cet axe.
Elle consiste à décrire une expression faciale par une combinaison d’activations des 44 muscles
faciaux. Cette représentation a été codifiée par Ekman au sein du Facial Action Coding System
(FACS) [46]. Elle est très intéressante car elle est moins subjective (et donc plus fiable) que
des représentations de plus haut niveau, tout en ne contenant que de l’information relative aux
expressions faciales (contrairement à la représentation par points caractéristiques). Toutefois,
l’annotation en activations musculaires (Action Units, AU) est fastidieuse et requiert des experts
qui ont été spécifiquement formés au FACS, ce qui limite le nombre de bases de données annotées
disponibles.
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1.1. Contexte et objectifs

1.1.2 Les défis de l’analyse automatique des expressions faciales

Les méthodes d’analyse reposent traditionnellement sur une chaîne de traitements en trois
étapes, illustrée dans la figure 1.2 :
— Prétraitements : cette étape consiste à détecter le visage que l’on souhaite analyser

et à localiser un ensemble de points caractéristiques. A partir de ces positions de points
caractéristiques, il est possible d’appliquer des transformations de l’image afin d’annuler
certaines sources de variations telles que les rotations du visage dans le plan image et les
variations du facteur d’échelle.

— Représentation : lorsque le visage est dans une position de référence, on extrait un
ensemble de descripteurs permettant de caractériser l’apparence et la géométrie du visage
observé. L’objectif de cette étape est d’accentuer l’information relative à l’expression et
d’atténuer les autres sources de variations.

— Décision : à partir d’un ensemble de données annotées, un prédicteur apprend à discri-
miner différentes expressions faciales dans l’espace de représentation précédemment choisi.
Ainsi, lorsque l’on présente un nouvel échantillon au prédicteur, il utilise les connaissances
extraites de la base de données pour prendre une décision sur le type d’expressions.

Détection du visage 

Localisation de points  
caractéristiques 

Extraction de 
descripteurs 

Prédicteur	

Données	
annotées	

Expression	faciale	
reconnue	

Prétraitements	 Représentation	 Décision	(classification/regression)	

Figure 1.2 – Chaîne de traitements traditionnelle d’une méthode de reconnaissance d’expres-
sions faciales

Pour que les systèmes de reconnaissance des expressions faciales soient performants et
puissent répondre aux nombreux besoins applicatifs en environnement faiblement ou non
contraint, ils doivent répondre à un certain nombre de défis.

La grande variabilité des données : les expressions faciales sont très variables dans leur dy-
namique et leur intensité, et l’apparence d’un visage est influencée par de nombreux facteurs
indépendants de l’expression tels que la pose, l’identité du sujet, son âge, son ethnie ou encore
les conditions d’illumination, les occultations et le type de camera utilisé.

L’hétérogénéité des descripteurs : le choix des descripteurs est souvent une étape décisive
pour apprendre des modèles prédictifs performants. On distingue souvent les descripteurs géo-
métriques et d’apparence. Les descripteurs géométriques caractérisent les relations entre les
différents points clés du visage (par exemple le déplacement des commissures des lèvres par rap-
port à la position des yeux). Les descripteurs d’apparence caractérisent la texture (pour mettre

3



Chapitre 1. Introduction

en évidence la présence de rides par exemple). De plus, ces descripteurs peuvent-être soit sta-
tiques (extraits sur une image) ou dynamiques (calculés à partir de plusieurs images d’une même
séquence vidéo). Au final, ces descripteurs peuvent être :
— Peu informatifs (pris séparément, une distance entre deux points clés ou l’intensité d’un

contour mesuré dans une zone spécifique du visage ne permet pas de prédire l’expression)
— Très nombreux
— Très hétérogènes : chaque descripteur a une plage de variation et une dynamique qui lui

est propre

La quantité et la fiabilité des données d’apprentissage : dans le domaine de l’analyse des
expressions faciales, les risques de sur-apprentissage sont particulièrement importants car le
nombre de données annotées disponibles pour entrainer les modèles prédictifs est limité (l’an-
notation manuelle d’images de visage est fastidieuse et certaines tâches telles que la détection
des activations musculaires requièrent une expertise spécifique). De plus, les annotations ne
sont pas toujours fiables. Dans le cas des représentations les plus subjectives (l’état émotion-
nel d’une personne au cours du temps), il peut y avoir de fortes disparités entre deux experts
annotant la même vidéo. Cette incertitude sur les annotations est une difficulté supplémentaire
pour l’apprentissage de modèles prédictifs performants. Pour certaines tâches qui nécessitent une
annotation en continue d’une séquence vidéo, il n’est pas rare d’observer un décalage temporel
entre le contenu de la vidéo et les annotations.

Les contraintes applicatives et matérielles : dans de nombreux domaines tels que les inter-
actions Hommes/Robots ou la détection de vigilance d’un conducteur, le système devra traiter
les données en temps réel. De plus la mémoire vive de certains systèmes embarqués peut être
limitée. Ainsi ces contraintes de complexité algorithmique et d’empreinte mémoire ont un impact
direct sur le choix des descripteurs et des prédicteurs utilisés.

L’adaptabilité des modèles à de nouveaux domaines et à de nouvelles tâches : les méthodes
actuelles ont une capacité de généralisation limitée lorsque les données de test diffèrent sensible-
ment de celles d’apprentissage. De même, certaines tâches à réaliser peuvent être différentes mais
fortement corrélées (la reconnaissance des émotions et la détection des activations musculaires
du visage par exemple). Adapter un modèle consiste alors à exploiter les connaissances d’un
domaine et une tâche source afin de traiter un nouveau domaine et une nouvelle tâche cible.

1.2 Bases de données et métrique d’évaluation

Dans cette section, nous présentons brièvement les principales bases de données ainsi que les
métriques d’évaluation utilisées pour apprendre et évaluer les modèles présentés.

1.2.1 Bases de données disponibles

Le tableau 1.1 répertorie les différentes bases de données utilisées tout au long du manuscrit.
Pour chaque base, nous précisons le nombre d’échantillons et d’identités différentes, la nature
des données (vidéos vs. images statiques, comportements joués vs. spontanés), la nature des
annotations (points caractéristiques, expressions catégoriques, occurence et intensité des AU)
ainsi que des informations relatives à la difficulté des données (présence de poses non frontales
et d’occultations).

4



1.2. Bases de données et métrique d’évaluation

Table 1.1 – Vue synthétique des principales bases de données utilisées
Bases BioID LFPW 300-

W
CK+ FERA

2011
BU-
4DFE

FEED BP4D SFEW DISFA JEM-
ImE

[70] [14] [130] [91] [145] [163] [149] [171] [39] [96] [34]
#échantillons 1521 1432 3740 309 158 606 716 328 700 27 4632
#identités 23 1432 3740 123 13 101 19 41 95 27 193

Video
Spontané

Points caract. 20 29 68
Catégorique 7 5 6 7 8 7 4

AU (occurence) 14 12 12 12
AU (intensité) 5 12
non frontales
Occultations

1.2.2 Métrique d’évaluation

Il existe plusieurs métriques d’évaluation pour mesurer les performances d’un système d’ana-
lyse automatique des expressions faciales. Nous reportons ici les principales métriques utilisées
en fonction de la tâche considérée.

1.2.2.1 Localisation de points caractéristiques

La métrique la plus couramment utilisée pour évaluer les performances d’une méthode de
localisation de points caractéristiques est l’erreur euclidienne moyenne point à point entre la
forme prédite ŝ = [x̂1, ŷ1, . . . x̂npts , ŷnpts ]T et la vérité terrain s = [x1, y1, . . . xnpts , ynpts ]T :

εali = 1
d.npts

npts∑
i=1

√
(x̂i − xi)2 + (ŷi − yi)2 (1.1)

La distance interocculaire d est utilisée comme facteur de normalisation pour comparer les
méthodes indépendamment de la taille du visage dans l’image. d correspond soit à la distance
entre les deux commissures externes des yeux (douter), soit à la distance inter-pupilles (dinter).
C’est cette dernière qui sera retenue dans le suite de ce document. Lorsque le visage présente
de fortes variations de pose, la distance interocculaire n’est plus pertinente et on lui préfèrera la
largeur de la fenêtre de détection du visage (dhead).

Une seconde manière de comparer les performances des détecteurs de points consiste à afficher
la courbe de distribution des erreurs.

1.2.2.2 Evaluation des systèmes de classification

Le taux de reconnaissance est le pourcentage d’exemples dont la prédiction correspond à la vé-
rité terrain. Il est particulièrement utilisé dans les problèmes multi-classes (reconnaissance d’une
expression prototypique par exemple). Dans la cas d’un problème à deux classes (la détection
de l’activation d’une AU), il est moins souvent utilisé car il dépend fortement de la proportion
d’exemples de chaque classe, et on lui préfèrera donc les mesures F1 ou AUC décrites ci-après.

5



Chapitre 1. Introduction

La mesure F1 est adaptée aux problèmes de détection (activation des AU par exemple). Deux
indicateurs sont généralement calculés, le rappel ou taux de bonne détection qui compare le
nombre de détections correctes (VP) au nombre total d’exemples positifs (VP+FN), et la
précision qui compare le nombre de détections correctes (VP) au nombre total de détections
(VP+FP). La mesure F1 correspond à la moyenne harmonique de ces deux valeurs :

F1 = 2. précision . rappel
précision + rappel (1.2)

Cette mesure dépend fortement du point de fonctionnement du système : pour un système
fournissant une valeur continue en sortie (la probabilité d’activation d’une AU par exemple), ses
performances peuvent varier en fonction du choix du seuil associé à cette valeur.

L’aire sous la courbe ROC (Area Under Curve, AUC). La courbe d’efficacité du récepteur
(Receiver Operating Characteristic curve, ROC) est tracée en reportant le taux de bonne détec-
tion (ou rappel) en fonction du taux de fausse alarme pour différents points de fonctionnement
du détecteur. L’aire sous cette courbe donne donc une information sur les performances d’un
détecteur, indépendamment de son point de fonctionnement.

1.2.2.3 Evaluation des systèmes de régression

L’erreur quadratique moyenne (Root Mean Square Error, RMSE) est une métrique commu-
nément utilisée pour évaluer des systèmes de régression. La RMSE entre nex prédictions ŷi et
leur vérité terrain yi est donnée par :

RMSE =
√∑nex

i=1(yi − ŷi)2

Nex
(1.3)

Cette métrique est souvent combinée à une mesure de corrélation.

Le Coefficient de Corrélation (CC) de Pearson est une mesure de corrélation centrée réduite :

CC = 1
nex − 1

nex∑
i=1

(
yi − ȳ
sy

)(
ŷi − ¯̂y
sŷ

)
(1.4)

avec

sy =

√√√√ 1
nex − 1

nex∑
i=1

(yi − ȳ)

l’écart type des valeurs de la vérité terrain et sŷ l’écart type des valeurs prédites (calculé de
manière similaire).

Le Coefficient de Corrélation Intraclasse (ICC) est également communément utilisé. L’ICC
entre deux signaux est donné par :

ICC = 1
s.(nex − 1)

nex∑
i=1

(yi − ȳ∗) (ŷi − ȳ∗) (1.5)
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1.3. Plan du mémoire

avec
ȳ∗ = 1

2n

nex∑
i=1

(yi + ŷi)

et
s2 = 1

2(nex − 1)

(
nex∑
i=1

(yi − ȳ∗)2 +
nex∑
i=1

(ŷi − ȳ∗)2
)

Contrairement à la corrélation de Pearson, l’ICC est normalisé par rapport à une moyenne
et un écart type calculés à partir du regroupement de la vérité terrain et des prédictions. Ainsi
deux signaux très proches, à une transformation linéaire près, auront une corrélation de Pearson
élevée mais une corrélation intra-classe plus faible.

1.3 Plan du mémoire

Le rapport d’Habilitation se présente sous la forme de 7 chapitres : le présent chapitre
d’introduction suivi de 5 autres chapitres, centrés autour des défis de l’analyse faciale, et d’un
dernier chapitre de conclusion.

Le chapitre 2 vise à contextualiser et à positionner nos recherches par rapport à l’état de
l’art et permet d’avoir une vue d’ensemble de nos contributions dans le domaine de l’analyse
des expressions faciales.

Le chapitre 3 est consacré au problème de l’hétérogénéité des descripteurs. Nous commençons
par évaluer la meilleure combinaison "descripteur / fonction noyaux" pour un classifieur SVM
(Support Vector Machine) avant de proposer une nouvelle fonction adaptée à la prise en compte
de l’identité de la personne. Pour clore ce chapitre, nous proposons d’utiliser un classifieur
SVM multi-noyaux pour combiner des descripteurs hétérogènes ou multi-échelles et montrons
la pertinence de l’approche pour détecter des AU et localiser des points caractéristiques sur un
visage.

Le chapitre 4 aborde la problématique du manque de données d’apprentissage et propose des
améliorations d’une méthode de régression par noyaux qui prennent en compte ces contraintes.
En particulier, nous proposons une nouvelle formulation multi-tâches fortement contrainte qui
limite le nombre de paramètres à estimer tout en conservant un pouvoir d’expressivité fort. Cette
stratégie s’est révélée particulièrement efficace pour estimer l’intensité des AU.

Le chapitre 5 s’intéresse à la reconnaissance en temps réel d’expressions faciales en environne-
ment faiblement contraint. Les approches proposées reposent sur des extensions de l’algorithme
des forêts aléatoires qui permettent une prise en compte de l’information temporelle et assurent
une robustesse aux variations de poses et aux occultations. Nous proposons également une nou-
velle procédure d’apprentissage et d’évaluation d’un modèle à l’interface des forêts aléatoires et
des réseaux de neurones.

Le chapitre 6 illustre l’intérêt des recherches présentées dans ce manuscrit au travers de
deux projets collaboratifs. Le premier projet intègre un module de reconnaissance d’expressions
prototypiques dans un jeu sérieux pour des enfants avec autisme et le second exploite la méthode
d’estimation de l’intensité des AU pour analyser des corpus et apprendre des modèles d’attitudes
sociales implantés sur des agents conversationnels animés .

Le chapitre 7 résume nos contributions et propose quelques directions de recherche pour nos
travaux futurs.
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Chapitre 2

Positionnement et contributions

L’analyse automatique des visages est un domaine de recherche très actif avec de nombreuses
équipes nationales et internationales travaillant sur le sujet. En une décennie, la recherche pu-
blique mais également privée —portée à la fois par les grands acteurs du numérique tels que les
GAFAM et par de nombreuses start-up spécialisées dans le domaine telles que Affectiva, Real
Eyes, Datakalab, SenseTime, ou Megvii— ont accentué l’effort de recherche. Et des avancées
majeures à tous les niveaux de la chaîne de traitement ont eu un impact déterminant sur les
résultats actuels. L’objectif ici n’est pas tant de faire un état de l’art de l’analyse des expressions
faciales (le lecteur pourra se référer par exemple à [122], [93] et [160]), que de positionner nos
travaux et nos contributions en lien avec les défis précédemment cités et l’état d’avancement du
domaine au moment de cette recherche.

Par ailleurs, nous avons fait le choix de présenter conjointement les avancées de toute la chaine
de traitements car chaque étape de cette chaine a permis de proposer de nouvelles méthodes et
des améliorations significatives des maillons suivants. Les méthodes que nous avons développées
et qui seront présentées dans ce document sont, pour la plupart, génériques et ont d’ailleurs été
évaluées sur plusieurs tâches afin de mettre en lumière leur capacité à opérer sur des données et
des problèmes de types différents.

2.1 2000-2008 : les premiers grands succès de l’analyse faciale

Le début des années 2000 a été marqué par l’émergence des premiers systèmes de détection
de visages performants [148, 51, 110]. En particulier le détecteur de Viola et Jones [148] dont le
succès a été en partie impulsé par son intégration dans la librairie OpenCV, reste le détecteur de
visage le plus couramment utilisé même si ses performances sont en deçà des meilleures méthodes
actuelles [167].

Ces détecteurs ont alors ouvert la voie à une analyse plus fine du visage et en particulier à la
localisation des points caractéristiques. A cette période, ce sont les méthodes dites génératives
qui s’imposent. Elles visent à modéliser les variations d’apparence et de forme d’un visage à partir
d’une base d’apprentissage puis, en phase de test, l’objectif est d’estimer automatiquement le jeu
de paramètres qui décrit au mieux ce que l’on observe dans l’image. En particulier les Modèles
Actifs de Forme (ASM, Active Shape Models, [27]) et les Modèles Actifs d’Apparence (AAM,
Active Appearance Models, [26]) font l’objet de nombreuses recherches [95, 44, 99, 18, 50, 142].
Mais les performances de l’époque restreignent le cadre d’utilisation de ces méthodes : les modèles
sont appris spécifiquement sur une personne dont le visage doit être filmé de face avec de bonnes
conditions d’éclairage [56]. Ces performances s’expliquent en grande partie par un manque de
données : les images étaient souvent sans annotations [132] ou annotées avec un nombre restreint
de points sur le visage [70] et présentaient très peu de variations (par exemple [108]). Des premiers
modèles 3D inspirés des AAM font également leur apparition mais leur utilisation dans un cadre
d’analyse faciale reste limitée car l’optimisation des paramètres nécessite beaucoup de ressources
et souvent une intervention manuelle pour l’initialisation des paramètres [118].
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Les premiers systèmes de reconnaissance émotionnelle voient également le jour à la fin des
années 90 [42, 92] et se développent dans les années 2000. Les systèmes de localisation de points
caractéristiques étant encore peu fiables et peu répandus, la chaine de traitement se résume
le plus souvent à prédire l’émotion à partir des pixels extraits de la fenêtre de détection. De
nombreuses recherches se concentrent alors sur l’étape de représentation. Elles évaluent la per-
tinence des descripteurs d’apparence tels que les ondelettes de Haar [156], les filtres de Gabor
[13, 10], les histogrammes de motifs binaires locaux [128, 65] (LBP, Local Binary Patterns) ou
les histogrammes de gradients orientés [66] (HOG, Histogram of Oriented Gradients). Cette des-
cription de l’apparence locale s’accompagne le plus souvent d’une étape de réduction de dimen-
sion : Analyse en Composante Principale [13] (PCA, Principal Component Analysis), Analyse
en Composante Indépendante [24] (ICA, Independant Component Analysis) ou Analyse Linéaire
Discriminante [11] (LDA, Linear Discriminant Analysis). Quelques travaux s’intéressent égale-
ment à la prise en compte de l’information dynamique au niveau des descripteurs [174, 143] ou
du prédicteur [179, 58, 172]. Les méthodes d’analyse émotionnelle sont optimisées et évaluées sur
des bases de données avec un nombre restreint d’échantillons et une faible variabilité (environ-
nement fortement contraint, émotions non spontanées, peu d’individus différents) [73, 112, 123]
ou des tâches relativement simples telles que la détection du sourire [155].

2.2 2008-2012 : l’essor de l’analyse des expressions faciales

Progressivement, la communauté scientifique se structure et intensifie ses efforts pour mettre
à disposition de nouvelles bases de données et des outils plus performants :
— Les bases de données présentent plus de variabilité et des annotations plus riches. Par

exemple, les bases de localisation de points caractéristiques ont un nombre accru d’images
[14] et de points annotés par image [82]. Les bases de données d’analyse émotionnelle
sont moins prototypiques et les tâches abordées sont souvent plus complexes et variées
(reconnaissance des Actions Units [146], analyse fine des sourires [3, 41], analyse de la
douleur [5]).

— La diffusion de codes sources et de fichiers exécutables pour la localisation de points ca-
ractéristiques [99, 121, 159] ou l’analyse des expressions faciales [86] permet de concentrer
les efforts de recherche sur des aspects précis de la chaine de traitement.

— L’organisation de campagnes d’évaluation internationales telles que FERA (Facial Expres-
sion Recognition and Analysis challenge) ou AVEC (Audio/Visual Emotion Challenge)
offre la possibilité de confronter équitablement des systèmes d’analyse faciale.

D’un point de vue méthodologique, les descripteurs d’apparence décrits précédemment sont
encore majoritairement utilisés [38, 133, 29, 162] mais les méthodes intègrent progressivement
l’information issue des systèmes de localisation de points caractéristiques devenus de plus en plus
performants [99, 121, 159]. La position de ces points est utilisée, soit pour atténuer les variations
d’apparence (par exemple, extraction de zones d’intérêts définies à partir de la position des
points [133], ou transfert de la texture vers une forme canonique [21]), soit pour extraire de
nouvelles informations ayant trait à la géométrie du visage (distance entre points, paramètres
du modèle de forme....).

Pour l’étape de décision, plusieurs classifieurs ont été étudiés tels qu’Adaboost [162, 161] et
les réseaux de neurones [164] ; mais ce sont les classifieurs SVM (Machines à Vecteurs Supports,
Support Vector Machine) qui sont de loin les plus utilisés pour détecter les expressions faciales
car ils sont particulièrement performants sur des jeux de données contenant un nombre restreint
d’exemples de grande dimension.

Quelque soit le prédicteur utilisé, se pose la question de la sélection et de la combinaison
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des descripteurs. Dans une stratégie de fusion a priori, plusieurs types de descripteurs peuvent
être concaténés en un unique vecteur [135]. Cette étape peut également s’accompagner d’une
réduction de dimension (à l’aide, par exemple, d’une PCA [38]). Le principal inconvénient est
que les différences de dynamique entre les descripteurs ne sont pas prises en compte. Certains
travaux privilégient alors les stratégies de fusion a posteriori. Par exemple, Srivastava et al. [133]
apprennent deux SVM distincts et fusionnent leurs sorties en fonction d’un indice de confiance
lié à la distance d’un exemple à l’hyperplan de chaque SVM. Ainsi les prédictions sont moins
sensibles aux différences de dynamique mais elles n’exploitent pas les corrélations entre les
types de descripteurs. Dans une stratégie intermédiaire, Meng et al. [98] utilisent un classifieur
SVM-2K permettant d’apprendre conjointement deux SVM tout en cherchant à maximiser les
corrélations entre les sorties de ces deux SVM.

Positionnement : c’est dans ce contexte que se sont inscrits les travaux des thèses de Thibaud
Sénéchal (2008–2011) et Vincent Rapp (2009–2013) que j’ai co-encadrés avec Lionel Prevost.
Ces travaux seront développés plus en détail au chapitre 3. Nous avons focalisé nos recherches
sur le choix de descripteurs performants et la manière de les combiner afin d’exploiter au mieux
leur complémentarité tout en prenant en compte les différences de dynamique.

Ainsi, nous avons commencé par comparer les performances de différents descripteurs images
et de différentes fonctions noyaux pour reconnaitre des émotions. Nous avons proposé une com-
binaison descripteur / fonction noyau particulièrement performante et nous avons également
proposé une nouvelle fonction noyau permettant de prendre en compte l’information d’identité
de la personne.

Afin de compléter l’information issue des descripteurs d’apparence, nous avons proposé l’uti-
lisation d’un SVM à noyaux multiples (MK-SVM, Multi Kernel SVM ). Cette approche permet
ainsi de prendre en compte les correlations entre descripteurs tout en respectant les dynamiques
propres à chaque catégorie de descripteurs. Nous avons notamment appliqué cette stratégie à
deux tâches distinctes de l’analyse faciale :
— La reconnaissance d’émotions et d’Action Units : nous utilisons un SVMmulti-noyaux pour

combiner l’information des descripteurs géométriques et d’apparence. Cette méthode a ob-
tenue les meilleures performances lors de la première campagne d’évaluation internationale
FERA’11 [146].

— La localisation de points caractéristiques : nous avons proposé une architecture de locali-
sation de points en deux étapes. Dans un premier temps, on sélectionne très rapidement
les positions potentielles des points caractéristiques à l’aide d’un SVM à noyaux linéaires
multiples qui combine l’information des niveaux de gris de l’image à différentes échelles
spatiales. On affine la recherche de ces points, dans un second temps, à l’aide de des-
cripteurs d’apparence extraits dans le voisinage des positions potentielles. Les temps de
traitements sont plus longs (extraction de descripteurs d’apparence et utilisation de noyaux
non-linéaires pour le classifieur SVM) mais concentrés sur les quelques candidats sélection-
nés à la première étape.

Par ailleurs, dans le cadre du stage de Master de Jérémie Nicolle, nous nous sommes inté-
ressés à la prédiction de quatre dimensions affectives : la valence – caractère positif ou négatif
de l’émotion –, l’arousal –niveau d’excitation ou de calme de la personne –, le contrôle – niveau
de dominance ou de soumission – et la spontanéité de l’émotion. La nature du problème est
alors bien différente de la reconnaissance des AU. Il ne s’agit plus d’un problème de classifi-
cation (l’AU est-elle activée ?) mais de régression (quelle est l’intensité pour chaque dimension
affective ?) à partir de signaux multi-modaux, le visage et la voix, et pour lesquels la prise en
compte de l’information dynamique est primordiale. il est en effet extrêmement difficile de pré-
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dire certaines dimensions affectives à partir d’une seule image. La méthode proposée [107]) a
obtenu les meilleurs résultats lors de la campagne d’évaluation AVEC 2012 [124]. Nous retrou-
vons dans ces travaux un exemple caractéristique d’une recherche portant sur la conception de
descripteurs adaptés à la nature du problème ainsi que d’une stratégie de combinaison de des-
cripteurs hétérogènes. Nous ne détaillerons pas plus cette méthode dans la suite de ce manuscrit
(le lecteur pourra toutefois se référer à [107]) car, à la suite des ces travaux, nous avons fait le
choix de recentrer nos efforts de recherche sur l’analyse des expressions faciales (en particulier la
prédiction des AU et des expressions prototypiques) car cette représentation nous semblait plus
pertinente pour les applications visées, et en particulier celles que nous avons développées dans
les projets collaboratifs dans lesquels nous étions impliqués (cf. chapitre 6). Pour autant, ces
travaux furent précurseurs d’un point de vue méthodologique de ce que nous avons développé
par la suite pour estimer l’intensité des AU (chapitre 4).

2.3 2012-2018 : vers l’analyse faciale "in the wild"

Malgré les avancées significatives des systèmes présentés précédemment, ces derniers ne per-
mettaient pas encore de répondre pleinement aux besoins applicatifs en environnement fai-
blement contraint. En particulier, nous nous sommes intéressés à cette période, à deux défis
majeurs :
— le faible nombre de données annotées,
— la grande variabilité des données, liée en particulier aux variations de poses et aux occul-

tations.
Bien évidemment, ces deux défis sont intrinsèquement liés puisque le nombre de données qui
est nécessaire pour apprendre des modèles prédictifs augmente à mesure que la variabilité des
données augmente. Mais nous avons choisi de les traiter séparément dans ce document car ils
correspondent à des travaux distincts : les travaux de thèse de Jérémie Nicolle (2012–2015)
d’une part, qui présentent des stratégies d’apprentissage permettant de limiter les risques de
sur-apprentissage [106, 104] et les travaux de thèse d’Arnaud Dapogny (2013–2016), d’autre
part, dans lesquels nous proposons des méthodes explicitement robustes aux variations de poses
[33, 31] et à la présence d’occultations [37].

2.3.1 Robustesse au faible nombre de données d’apprentissage

Une première solution consiste à agir en amont dans la chaine de traitement, en construisant
un espace de representation adapté. De nombreuses méthodes s’appuyant sur des techniques
de réduction de dimension (ACP [13], Factorisation en Matrices non Négatives [69]...) ou de
sélection de descripteurs [55] ont été proposées, dont certaines intègrent la tâche [11, 152] (i.e.
les annotations de la base d’apprentissage) et le prédicteur [111].

Pour augmenter la robustesse au sur-apprentissage, le deuxième levier sur lequel on peut
agir est le choix du modèle prédictif. Une première solution consiste à utiliser un modèle d’une
complexité limitée, et réputé peu sensible au sur-apprentissage. C’est le cas par exemple des SVM
et des SVR (Support Vector Regression) à noyaux linéaires [53]. Lorsque le prédicteur utilisé
est instable (e.g, des arbres de décision ou des réseaux de neurones), il est alors recommandé
de combiner les prédictions issues de plusieurs modèles (via une stratégie de bagging [16] par
exemple) [154, 2].

Enfin, il est également possible d’injecter des connaissances a priori dans la modélisation
des données. Certains travaux s’intéressent à la modélisation dynamique des relations inter-AU.
Par exemple, Tong et al. [138] et Li et al. [83] utilisent des réseaux bayésiens dynamiques pour
capturer cette connaissance, alors que Zhao et al. [176] exploitent conjointement les dépendances
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entre les descripteurs et les fortes corrélations entre les AU. De telles stratégies améliorent les
taux de reconnaissance, mais introduisent un biais qui n’est pas souhaitable pour certaines
applications (par exemple, dans le cas d’une rééducation faciale à la suite d’un accident vasculaire
cérébral, certains muscles doivent être entrainés indépendamment et par conséquent reconnus
séparément par le système).

Positionnement : portés par les très bonnes performances au challenge AVEC 2012, nous
nous sommes intéressés aux algorithmes d’apprentissage de métrique adaptés aux méthodes de
régression par noyaux (MLKR, Metric Learning for Kernel Regression [153]) car elles sont à la
fois intelligibles (i.e. les résultats peuvent s’interpréter facilement) et capables de modéliser des
fonctions complexes. Ces méthodes ont toutefois une complexité algorithmique élevée et sont
sensibles à la fois à la dimension de l’espace d’origine et au nombre d’exemples d’apprentissage.
Ce qui nous a amenés à proposer, lors de la thèse de Jérémie Nicolle, une nouvelle formulation
multi-tâches qui permet de réduire les risques de suraprentissage en entrainant un modèle avec
moins de paramètres que dans une formulation multi-tâche classique tout en conservant son pou-
voir d’expressivité. Ce modèle a été évalué sur une tâche d’alignement de points caractéristiques
et d’estimation de l’intensité des AU et a obtenu les meilleures performances lors de la seconde
campagne d’évaluation internationale FERA’15. Ces travaux seront détaillés au chapitre 4.

2.3.2 Robustesse aux fortes variations d’apparence

2.3.2.1 Variations intrinsèques

Les premières sources de variations de l’apparence d’un visage sont propres à la personne qui
produit l’expression faciale. On parle alors de variations intrinsèques. Par exemple, lorsque l’on
observe le visage d’une personne sur une photo, il n’est pas facile d’en déduire son expression
faciale. Les raisons en sont multiples : nous ne connaissons ni l’apparence du visage de la personne
lorsqu’elle ne produit pas d’expression (on parle alors de visage neutre) ni la manière dont elle
produit une expression. Ce problème est alors atténué lorsque l’on dispose du visage neutre de
la personne et que l’on s’intéresse aux variations d’apparence de ce visage (i.e. à l’information
relative entre le visage expressif et le visage neutre). Ainsi Khademi et Morency [75] apprennent
des détecteurs de transition d’AU et Chu et al. [23] appliquent une stratégie d’apprentissage
par transfert pour adapter la fonction de prédiction à une personne en particulier. Dans la
plupart des cas, il n’est pas possible d’avoir une représentation de l’état neutre de la personne.
Il est alors très utile d’utiliser l’information dynamique, i.e. reconnaitre l’expression à l’aide
d’une vidéo plutôt que d’images traitées indépendamment. L’information temporelle est alors
exploitée, soit au niveau de la représentation soit au niveau du prédicteur. Dans le premier
cas, on trouve les méthodes qui utilisent des descripteurs spatio-temporels [64, 131, 72]. Le
principal inconvénient est que ces descripteurs sont extraits à partir de fenêtres de taille fixe,
parfois à différentes résolutions temporelles, alors qu’une expression faciale est un phénomène
très dynamique avec de fortes disparités intra- et inter-personnelles dans la vitesse d’exécution
de chaque phase de la production émotionnelle. Dans le second cas, les méthodes cherchent à
établir un lien entre l’apparence observée et des états latents de la séquence, à l’aide par exemple
de Chaînes de Markov Cachées [150] ou de Réseau Bayésiens Dynamiques [151]. Dans ce type
d’approches les variations sont intrinsèquement prises en compte, mais l’espace de représentation
doit généralement être de faible dimension et l’apprentissage s’appuie sur des séquences annotées,
ce qui réduit le nombre de données disponibles par rapport aux méthodes de prédiction image
par image puisqu’il n’y a qu’une seule annotation par vidéo.
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Positionnement Durant la thèse d’Arnaud Dapogny, nous nous sommes intéressés aux forêts
aléatoires (RF, Random Forests) car elles sont à la fois robustes au faible nombre de données
d’apprentissage (en partie grâce au bagging) et capables de modéliser des fonctions complexes en
utilisant une grande variété de descripteurs hétérogènes. Afin d’intégrer l’information temporelle,
nous avons proposé le modèle Pairwise Conditional Random Forests (PCRF) qui entraîne des
arbres de décision à reconnaitre des transitions d’émotions à partir de descripteurs statiques et
dynamiques entre une image courante et des images prises précédemment dans la séquence. Le
choix du classifieur de transition est conditionné par l’émotion reconnue sur la première image de
la paire. Ainsi la tâche de chaque classifieur est simplifiée puisqu’il doit apprendre à reconnaitre
la transition entre une émotion spécifique et toutes les autres. Les décisions de ces classifieurs
de transition prises à plusieurs instants de la séquence sont ensuite recombinées pour obtenir
une décision robuste pour l’image courante qui prend en compte l’information temporelle de
manière très flexible (i.e. indépendant de la vitesse de production de l’émotion) et sans imposer
de contraintes sur la cohérence temporelle de la séquence aussi bien en apprentissage qu’en test.
Ces travaux constituent la première partie du chapitre 5

2.3.2.2 Variations extrinsèques

Les secondes sources de variations de l’apparence d’un visage ne dépendent plus de la per-
sonne elle-même mais de son environnement, par exemple des conditions d’illumination, du
placement de la caméra par rapport au visage ou des éléments qui peuvent partiellement occul-
ter ce visage. Pour améliorer la robustesse aux variations d’illumination, la plupart des méthodes
reposent sur des descripteurs géométriques (qui ne sont pas sensibles à ce type de variations à
condition que les points caractéristiques aient été correctement localisés) et des descripteurs
d’apparence telles que SIFT [90] ou HOG [30] qui effectuent des normalisations locales. Il n’y a,
par contre, pas de consensus dans la manière d’aborder les autres sources de variations extrin-
sèques. Les approches robustes aux variations de poses d’un visage peuvent se décomposer en
trois grandes catégories. La première catégorie regroupe les méthodes qui tentent d’apprendre
un unique classifieur capable d’appréhender les fortes variations d’apparence, quelque soit le
point de vue du visage [177, 136, 47]. Mais de telles approches peuvent avoir des difficultés
à capturer la variabilité des expressions faciales lorsque le nombre d’exemples d’apprentissage
devient important. La deuxième catégorie de méthodes cherche alors à réduire cette variabilité
en apprenant à transformer une vue non-frontale en une image de visage de face [147, 119]. Il
s’agit d’un problème complexe [63, 178] nécessitant des données d’apprentissage avec des couples
d’images d’une même personne avec la même expression dans différentes poses ou des données
3D qui ne sont pas toujours accessibles en fonction de l’application visée [147]. La dernière ca-
tégorie de méthodes cherche à apprendre un classifieur spécifique à chaque point de vue. En
test, une étape d’estimation de pose permet de sélectionner le classifieur adapté [101]. Ainsi,
chaque classifieur est appris sur des jeux de données plus homogènes et donc, chaque classifieur
pourra en théorie capturer plus efficacement les déformations liées aux expressions. De plus,
les temps de traitements seront comparables à ceux d’un classifieur frontal, sans nécessiter une
étape parfois coûteuse de transformation de l’image vers une vue frontale. Enfin, cela réduit
l’empreinte mémoire au moment de l’apprentissage, puisque chaque classifieur est entrainé sur
une portion de la base d’apprentissage. En contrepartie, ce type de méthodes nécessite des don-
nées d’expression pour chaque classe de pose (ce que l’on peut obtenir en utilisant des bases
de données issues d’un scanner 3D [163]) et une estimation robuste de l’orientation de la tête
(les systèmes actuels de localisation de points caractéristiques fournissent d’excellents résultats
pour des visages présentant ±45◦ de rotation horizontale et ±30◦ de rotation verticale). Les der-
nières grandes sources de variations extrinsèques proviennent des occultations liées par exemple
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à la présence d’éléments au premier plan (autres objets de scène, mains de la personne...) ou
d’accessoires sur le visage (lunettes de soleil, foulards, mèches de cheveux...). Kotsia et al. [79]
ont montré que l’occultation partielle du visage, et en particulier de la zone de la bouche, a un
impact très important sur les capacités de reconnaissance des expressions prototypiques, aussi
bien pour les humains que pour les systèmes automatiques. En l’absence de bases de données
d’expressions faciales avec occultations, certains travaux génèrent des motifs synthétiques sur
les images d’apprentissage [28, 52], mais les capacités de généralisation sont souvent limitées en
présence d’occultations réalistes. A l’inverse, Huang et al. [67] cherchent à détecter automati-
quement les parties occultées, mais cette approche reste encore très peu flexible car la détection
est binaire et limitée à trois zones du visage. Enfin, il est également possible d’apprendre des
modèles génératifs de visages non-occultés qui sont ensuite utilisés en test pour générer une vue
synthétique d’un visage initialement occulté. Cela implique d’être capable d’apprendre un tel
générateur, tâche à la fois ardue et très couteuse en temps de calcul [84].

Positionnement : Dans la continuité des premiers travaux de thèse d’Arnaud Dapogny, nous
avons étendu la méthode PCRF en conditionnant le choix des arbres de décision, non plus
uniquement en fonction de l’émotion prédite dans la première image, mais également en fonction
de l’orientation du visage. Le modèle multi-vue PCRF (MVPCRF) est alors robuste aux fortes
variations de poses.

Dans un second temps, nous nous sommes intéressés à la robustesse aux occultations, et nous
avons proposé de combiner des arbres de décision aléatoires définis sur des sous-espaces locaux
du visage formant des prédictions d’expressions définies localement (prédictions locales d’ex-
pression). Nous avons également appris un réseau hiérarchique de mémoires auto-associatives,
lequel est entrainé à reconstruire l’apparence du visage non-occulté. Ces deux éléments per-
mettent, étant donnée une image potentiellement occultée, de définir une mesure de confiance
dans chaque partie du visage, laquelle peut être utilisée pour pondérer les prédictions locales
d’expression, et ainsi fournir une classification d’expression robuste aux occultations. Les AU
étant par nature des phénomènes locaux en lien avec les expressions faciales, nous avons éga-
lement montré que les prédictions locales d’expression sont des descripteurs pertinents pour
détecter les AU. Cette méthode est décrite à la section 5.3 du chapitre 5

2.4 L’émergence de l’apprentissage profond (Deep Learning)

Il est de nos jours impossible d’ignorer la prédominance des réseaux de neurones profonds
dans le domaine de l’apprentissage statistique, et en particulier pour les applications de vision
par ordinateur. Ce succès remarquable s’explique par le concours de plusieurs facteurs :

— L’augmentation des capacités de stockage et de calcul des ordinateurs, avec notamment
l’utilisation intensive des processeurs graphiques (GPU, Graphics Processing Unit) et plus
récemment des processeurs dédiés (par exemple, les TPU, Tensor Processing Unit).

— L’augmentation des données collectées et la possibilité de sous traiter à faible coût l’an-
notation de ces données, via des services tels que Mechanical Turk ou Crowdflower par
exemple.

— La mise à disposition de nouveaux modèles et d’outils logiciels adaptés à une grande quan-
tité de données et nécessitant d’importantes ressources de calcul (Tensorflow, (py)Torch,
Caffee, CNTK, Theano...)

— La flexibilité des approches permettant de concevoir très facilement des architectures com-
plexes et adaptées à chaque problème (en combinant notamment des modules de trai-
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tement et en définissant des fonctions de coût spécifiques et parfois intermédiaires pour
guider l’apprentissage)

— L’adaptabilité des modèles à de nouveaux domaines (en ajustant les paramètres du réseau
sur de nouvelles données qui peuvent avoir été capturées dans un environnement différent)
ou de nouvelles tâches (en conservant les premières couches du réseau pré-entrainé et en
redéfinissant l’architecture des dernières couches).

Dans le domaine de l’analyse des expressions faciales, c’est la tâche de localisation des points
caractéristiques qui a profité la première de l’émergence du deep learning, car il s’agit de la tâche
pour laquelle nous disposons de plus de données d’apprentissage et dont la vérité terrain est la
plus fiable. Les premières méthodes proposées ont repris le principe de l’alignement par cascade
qui donnait de très bons résultats [20, 159, 7] : en partant d’une estimation grossière de la posi-
tion de ces points (typiquement la position moyenne estimée à partir de la base d’apprentissage),
l’objectif est d’estimer itérativement le déplacement des points qui améliore cette estimation ini-
tiale. Cette estimation s’appuie sur une extraction de l’apparence autour de la position courante
du modèle et d’une fonction de régression qui prédit le déplacement à partir de cette appa-
rence. Sun et al. [134] ont substitué les étapes d’extraction de caractéristiques et de régression
de chaque étage de la cascade par des réseaux de neurones à convolution (CNN, Convolutionnal
Neural Networks) alors que Zhang et al. [169] proposent une cascade d’auto-encodeurs profonds.
Dans l’approche proposée par Trigeorgis et al. [139], des réseaux à convolution récursifs sont
appris de bout en bout. Le réseau peut ainsi mémoriser les déplacements précédents et proposer
une stratégie de déplacement plus cohérente tout au long des itérations de cette cascade. Zhang
et al. [173] s’affranchissent de la cascade et cherchent à apprendre un réseau capable de prédire
la position des points caractéristiques en une passe, limitant ainsi les temps de traitement par
rapport aux approches utilisant de multiples CNN. Compte tenu de la complexité du modèle
à apprendre, cette approche nécessite une large base de données annotées avec des attributs
auxiliaires (pose, genre, âge...) pour aider le réseau à apprendre une représentation pertinente.
Les travaux les plus récents vont dans ce sens, en ajoutant pendant la phase d’apprentissage des
tâches supplémentaires (e.g. génération d’une image de contour du visage [158], estimation de
cartes de probabilité de présence d’un point caractéristique [80]) ou de nouveaux domaines qui
peuvent être synthétisés à l’aide de réseaux antagonistes génératifs (GAN, Generative Adversa-
rial Networks) par exemple [43]. Ce type de stratégie a pour effet de régulariser l’apprentissage
des réseaux qui deviennent de plus en plus complexes.

Le succès des réseaux profonds est toutefois plus mitigé en ce qui concerne les autres tâches
d’analyse des expressions. Les bases de données proposent des tâches de plus en plus complexes
(intensité des AU [144]) et des données capturées dans des environnements non contraints avec
des annotations souvent peu fiables [40], mais le nombre de données est insuffisant pour que
les méthodes d’apprentissage profond soient pleinement opérationnelles. On pourra par exemple
citer les résultats très mitigés obtenus lors du Challenge FERA [59]. Plusieurs stratégies ont
toutefois permis de profiter en partie des avantages de l’apprentissage profond :
— En apprenant des modèles peu profonds [76, 68] ou pré-entrainés sur d’autres jeux de

données [113, 49, 103].
— En utilisant des descripteurs images ad hoc (handcrafted) et la position des points carac-

téristiques du visage pour simplifier la tâche du réseau [71, 62, 68].
— En combinant les sorties de plusieurs prédicteurs [77, 165, 89]
— En apprenant conjointement, tout comme pour la localisation de points caractéristiques,

plusieurs tâches pour régulariser l’apprentissage [88, 175, 85]
Les récentes bases de données disposent toutefois de plus en plus de données avec des anno-

tations issues de plusieurs annotateurs [166] et permettent désormais d’entrainer des méthodes
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d’apprentissage profond qui atteignent des résultats compétitifs.

Positionnement : Les derniers travaux de thèse d’Arnaud Dapogny, actuellement poursuivis
dans le cadre de la thèse d’Estèphe Arnaud, portent sur l’adaptation d’un modèle d’apprentis-
sage récent, les Neural Forests [78], pour l’analyse du visage. Ces algorithmes sont des modèles
hybrides entre les Random Forests et les réseaux de neurones, et offrent une forte expressivité au
prix d’un temps de calcul important. Nous avons proposé des modifications à la fois dans l’al-
gorithme d’apprentissage, permettant notamment un apprentissage complètement incrémental
pouvant être réalisé via un algorithme d’optimisation quelconque (descente de gradient sto-
chastique, RMSProp, ADAM...), et à la fois dans l’évaluation de ces modèles, permettant un
traitement temps-réel pour l’analyse du visage. Plus particulièrement, cette méthode se base
sur l’évaluation "gloutonne" (modèle GNF ou Greedy Neural Forest) de ces arbres de décision
probabilistes.

Nous avons proposé une application des GNF à la reconnaissance des émotions, permettant
notamment de connecter des réseaux de neurones à convolution, afin d’apprendre l’extraction
de caractéristiques pertinentes, simultanément aux paramètres d’un prédicteur GNF, avec un
temps de calcul divisé par 300 par rapport à une NF traditionnelle. Nous avons également pro-
posé d’utiliser les GNF dans le cadre de l’alignement de points caractéristiques par cascade de
régression. La méthode proposée améliore significativement l’état de l’art et permet un trai-
tement largement temps réel. La section 5.4 présente cette méthode et les premiers résultats
obtenus.
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Chapitre 3

SVM Multi-Noyaux pour la combinaison
de descripteurs hétérogènes

L’objectif des recherches présentées de ce chapitre est d’exploiter au mieux les performances
d’un classifieur SVM qui était de loin le modèle prédictif le plus performant et le plus utilisé
par la communauté pour reconnaitre des expressions faciales. Ainsi nous nous sommes tout
d’abord interrogés sur le choix du meilleur couple descripteur / fonction noyau pour une tâche
de reconnaissance des expressions faciales (3.1). Nous nous sommes ensuite intéressés à la ma-
nière d’intégrer des connaissances a priori telles que l’identité de la personne (3.2). Pour finir,
ces recherches nous ont amenés à proposer des méthodes orientées SVM multi-noyaux pour
combiner des descripteurs hétérogènes ou multi-échelles (3.3), que nous avons appliquées à la
reconnaissance des AU (3.3.1) et à la localisation de points caractéristiques (3.3.2).

3.1 Choix du descripteur et de la fonction noyau

3.1.1 Les descripteurs d’apparence

L’utilisation de descripteurs d’apparence vise à extraire l’information pertinente par rapport
au phénomène étudié. Par exemple, des ondelettes de Haar sont bien adaptées pour détecter un
visage dans une image, mais ne sont pas forcément pertinentes pour caractériser des expressions
subtiles. Dans notre cas, nous souhaitons une représentation qui conserve l’information relative
aux expressions faciales tout en la dissociant d’autres facteurs tels que l’identité ou l’illumination.
Nous avons évalué deux représentations classiquement utilisées en analyse d’expressions faciales,
les images de Gabor et les motifs binaires locaux (LBP), et nous avons montré l’intérêt de
l’utilisation des motifs binaires locaux de Gabor (LGBP) pour aborder cette tâche.

Les images de Gabor En deux dimension, les filtres de Gabor sont des ondes sinusoïdales planes
modulées par un noyau gaussien. L’écriture complexe des filtres de Gabor est de la forme :

Gk(z) = k2

σ2 e
(− k2

2σ2 z2)(eikz − e−
σ2
2 ) (3.1)

avec σ, l’ecart type de la fonction gaussienne et k = νeiθ, le vecteur d’onde caractéristique dont
ν correspond à la fréquence spatiale et θ à l’orientation. L’image de Gabor IG est le module de
la convolution de l’image d’origine par le filtre de Gabor pour une orientation et une fréquence
donnée.

Les motifs binaires locaux (LBP) Cet opérateur permet de caractériser les textures et les
motifs réguliers dans une image indépendamment des changements de luminosité. Chaque pixel
de l’image est codé par un nombre sur 8 bits en seuillant son voisinage 3×3 par sa propre valeur.
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Ainsi la valeur du LBP associé à un pixel p ayant pour voisinage {fi, i = 0 . . . 7}, sera :

LBP (p) =
7∑
i=0

δ(fi − fp)2i (3.2)

δ(x) =
{

1 si x ≥ 0
0 si x < 0

Motifs binaires locaux de Gabor (LGBP) Les cartes LGBP sont obtenues en appliquant
l’opérateur LBP sur les cartes de Gabor, exploitant ainsi les liens entre les pixels pour plusieurs
résolutions et orientations.

Représentation par histogramme Lorsque la localisation du visage n’est pas très précise, la
représentation par histogramme peut-être tout à fait adaptée puisqu’elle permet d’attester la
présence de certains motifs (une ride d’expression par exemple) sans considérer sa position dans
l’image. Il s’agit donc d’une représentation robuste aux erreurs de localisation. Si, toutefois, on
souhaite conserver une partie de l’information spatiale (l’apparition d’une ride au niveau du
front n’aura pas le même sens qu’une ride aux coins des yeux), le calcul des histogrammes peut
se faire sur des régions spécifiques de l’image. Ainsi, l’histogramme hrθν d’une région r de la
carte LGBP IθνLGBP :

hrθν(i) =
∑

p∈R(r)
L(i ≤ IθνLGBP(p) < i+ 1), i = 0 . . . 255 (3.3)

L(A) =
{

1 si A est vrai
0 sinon

La figure 3.1 illustre un exemple d’extraction des histogrammes de LGBP. Dans les expériences
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Figure 3.1 – Extraction des histrogrammes LGBP

que nous avons menées (section 3.1.3), nous utilisons trois fréquences spatiales ν =
(
π
2 ,

π
4 ,

π
8
)
,

6 orientations θ =
(
kπ
6 , k ∈ {0 . . . 5}

)
et 16 régions. Ainsi le vecteur de description final est de

dimension 3× 6× 16× 256 = 73728.

Réduction de la dimension des histogrammes Afin de réduire les temps de calcul en appren-
tissage et en test, nous avons proposé une nouvelle méthode de réduction de la dimension des
histogrammes de LGBP qui consiste à regrouper les fréquences d’apparition de plusieurs motifs
dans la même classe. Ce clusturing s’appuie sur une distance de Hamming (i.e. le nombre de bits
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qui diffèrent entre deux séries binaires) entre un LBP et chaque "représentant" de classe. Ces re-
présentants correspondent aux motifs LBP uniformes (i.e. n’ayant au plus que deux transitions)
[109] qui ne contiennent qu’un nombre pair de 1. Nous avons choisi ce sous-ensemble car tous
les motifs uniformes sont à une distance de 1 avec au moins un motif de ce sous-ensemble et il
n’y a aucune paire de motifs de ce sous-ensemble dont la distance de Hamming est inférieure
à 2. Les fréquences d’apparition des autres motifs sont ensuite comptabilisées dans la classe du
représentant qui est le plus proche d’eux. Si un motif a plusieurs plus proches voisins, alors sa
fréquence d’apparition est équitablement répartie entre les classes des motifs racines proche de
lui. La dimension finale du vecteur de description est 7488.

3.1.2 Les fonctions noyaux

Le choix de la fonction noyau a un impact fort sur les performances et les capacités de
généralisation du SVM. Les travaux antérieurs en reconnaissance des expressions faciales se
sont souvent limités à des fonctions linéaires, polynomiales ou gaussiennes [87], même dans
le cas d’approches basées sur des histogrammes [102]. Nous avons proposé d’utiliser le noyau
intersection d’histogrammes, qui a obtenu de bon résultats dans le domaine de la reconnaissance
d’objets et n’a pas d’hyperparamètres à optimiser, ce qui est un avantage important lorsque l’on
dispose de peu d’exemples d’apprentissage. Dans ces travaux, nous avons évalué les performances
des fonctions noyaux suivantes :
— Fonction linéaire :

k(hi,hj) = hTi .hj (3.4)

— Fonction polynomiale :
k(hi,hj) = (hTi .hj)γ (3.5)

— Fonction gaussienne :

k(hi,hj) = e−
‖hi−hj‖2

2
2σ2 (3.6)

— Fonction d’intersection d’histogrammes :

k(hi,hj) =
∑
k

min(hi,k, hj,k) (3.7)

3.1.3 Résultats expérimentaux

Les résultats expérimentaux menés sur la base de données CK [73], en respectant le protocole
proposé par Bartlett et al. [12], nous ont amené aux conclusions suivantes [125] :

— Influence du descripteur : quelque soit la partie du visage, haute (AU 1, 2, 4, 5, 6,
7 et 9) ou basse (AU 11, 12, 15, 17, 20, 23, 24, 25 et 27), les histogrammes LBP et des
images de Gabor donnent de bien meilleurs résultats que les histogrammes des niveaux de
gris mais c’est la combinaison des deux, les histogrammes LGBP, qui aboutit aux meilleurs
résultats (cf. figure 3.2a). Par ailleurs, les expériences sur la subdivision de l’image 128×128
en régions régulières ont montré qu’une grille 4 × 4 offrait le meilleur compromis entre
performance et temps de traitement (cf. figure 3.2b).

— Influence du noyau : la fonction polynomiale d’ordre 3 (l’ordre du modèle a été choisi
par validation croisée) et la fonction linéaire obtiennent les moins bonnes performances.
La fonction gaussienne donne des résultats légèrement inférieurs à ceux de la fonction
intersection d’histogrammes et nécessite l’optimisation de l’hyper paramètre σ (écart-type
de la gaussienne). La fonction noyau d’intersection d’histogrammes semble donc la plus
adaptée pour reconnaître les AU quand nous utilisons des descripteurs de type histogramme
(cf. figure 3.2c).
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Figure 3.2 – Evaluation des performances de la reconnaissance des AU de la partie haute et
basse du visage en fonction du choix du descripteur 3.2a, du nombre de régions 3.2b et du choix
du noyau 3.2c

3.2 Prise en compte de l’identité

Les bonnes performances obtenues avec des histogrammes LGBP peuvent s’expliquer par leur
faculté à décorréler l’expression de l’identité (ce qui expliquerait également les performances en
reconnaissance faciale). Une manière de rendre le système moins sensible à l’identité est de
lui fournir une information propre au sujet que l’on cherche à analyser. Nous avons proposé
pour cela de calculer un nouveau descripteur correspondant à la différence entre l’histogramme
LGBP h de l’image du visage dont on souhaite analyser l’expression et l’histogramme hneutre

d’une image du même sujet mais avec une expression neutre :

∆h = h− hneutre (3.8)

Comme ∆h comporte des valeurs négatives et que la somme des valeurs de chaque classe
n’est pas constante, nous ne pouvons pas appliquer directement la fonction noyau d’intersection
d’histogramme. Nous avons alors proposé une nouvelle fonction noyau, la fonction HDI (pour
Histogram Difference Intersection) :

k(∆hi,∆hj) =
∑
r,θ,ν

∑
nminabs

(
∆hrθνi,n ,∆hrθνj,n

)
√∑

n

∣∣∣∆hrθνi,n ∣∣∣ . ∣∣∣∆hrθνj,n ∣∣∣ (3.9)

minabs(x, y) =
{
min(|x| , |y|) si xy > 0
0 sinon

avec hrθνi la sous partie de l’histogramme hi calculée sur la région r de la carte des LGBP
de fréquence spatiale ν et d’orientation θ. Ainsi, le score de la fonction noyau HDI entre deux
différences d’histogrammes est élevé si les différences d’histogrammes varient dans le même sens
et avec la même amplitude (normalisation par la somme des valeurs absolues de chaque différence
d’histogramme). Les résultats expérimentaux ont montré une amélioration des performances par
rapport à l’utilisation d’histogrammes LGBP calculés uniquement à partir du visage expressif.

Si nous ne disposons pas de l’image du visage neutre (ce qui est assez fréquent dans de nom-
breux cas d’utilisation réalistes), nous avons également montré qu’il était possible d’en créer
une version synthétique en projetant l’histogramme du visage expressif dans un espace propre
construit à partir d’histogrammes de visages neutres. Les performances obtenues avec cet histo-
gramme neutre synthétisé sont proches de celles obtenues en utilisant l’histogramme authentique,
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et surpasse l’état de l’art [12, 138]. Ainsi, il est possible de s’affranchir de la contrainte du visage
neutre, sans dégrader significativement les résultats.

3.3 Combinaisons de descripteurs hétérogènes

Dans les travaux précédents, nous avons concentré nos efforts sur le choix du meilleur couple
descripteur/fonction noyau. Toutefois, en faisant le choix d’un seul type de descripteur, il se peut
qu’une partie de l’information importante soit perdue. Par exemple, dans le cas des histogrammes
LGBP, une partie de l’information spatiale est supprimée, ce qui rend le descripteur plus robuste
aux erreurs d’alignement. Mais en contrepartie, ce descripteur peut difficilement capturer des
informations de distances telle que la position du sourcil par rapport à l’œil. Concaténer directe-
ment cette nouvelle information au vecteur de caractéristique h ne semble pas non plus pertinent
car l’étendue et la dynamique de ces valeurs et le type de noyau adapté à chaque représentation
peuvent être très différents. Nous avons donc choisi d’utiliser l’apprentissage multi-noyaux pour
combiner l’information issue de descripteurs hétérogènes [54]. Il s’agit d’un mode de combinai-
son intermédiaire [15], à mi-chemin entre la fusion a priori (les descripteurs sont concaténés et
fournis en entrée d’un unique classifieur) et a posteriori (chaque catégorie de descripteur est
associée à un classifieur spécifique et la décision finale résulte de la combinaison des sorties de
chaque classifieur). Dans le cas d’un SVM multi-noyaux, l’objectif est d’apprendre conjointement
l’hyperplan séparateur et la pondération βj associée à chaque fonction noyau. Ainsi le score de
similitude entre deux exemples décrit par un ensemble de descripteurs hétérogènes est donné
par la combinaison convexe de K noyaux :

k =
K∑
j=1

βjkj avec βj ≥ 0,
K∑
j=1

βj = 1 (3.10)

Nous avons appliqué l’apprentissage multi-noyaux à deux cas d’utilisation : à la détection
des AU (3.3.1) et à la localisation de points caractéristiques (3.3.2).

3.3.1 Détection des AU

Afin de remédier à la perte d’informations spatiales inhérente aux histogrammes de LGBP,
nous avons choisi d’utiliser les coefficients d’un modèle actif d’apparence (AAM) qui apportent
cette information spatiale importante mais qui, contrairement aux histogrammes LGBP, dé-
pendent d’un alignement précis du modèle. Ainsi, l’objectif de la fusion est de combiner la
précision des AAM à la robustesse des histogrammes LGBP.

Les travaux présentés dans cette thèse sont le fruit d’une collaboration (projet ANR Immemo)
entre l’ISIR et l’équipe de Renaud Séguier à Centrale-Supélec qui a développé le modèle AAM
2.5D utilisé dans ces travaux [1]. Deux AAM locaux, le premier centré sur la zone des yeux et le
second sur la zone de la bouche, ont été entrainés sur la base Bosphorus pour laquelle la position
3D des points caractéristiques du visage est connue [123]. Le vecteur de caractéristiques c est
obtenu par concaténation des 29 composantes du modèle de la bouche et des 41 composantes
du modèle des yeux.

La fusion des descripteurs est réalisée par un SVM multi-noyaux dont le score de similitude
entre deux exemples x = (h, c) et xi = (hi, ci) est :

k(xi,x) = β1kLGBP(hi,h) + β2kAAM(ci, c) avec βj ≥ 0, β1 + β2 = 1 (3.11)

avec kLGBP, une fonction intersection d’histogrammes et kAAM, une fonction gaussienne. Pour
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ajouter une cohérence temporelle, les prédictions image par image sont ensuite lissées à l’aide
d’un filtre moyenneur, dont la taille est optimisée pour chaque AU par validation croisée.

Les résultats expérimentaux présentés dans [126] et [127] ont montré l’apport de la fusion des
descripteurs hétérogènes. Cette méthode a été testée dans le cadre de la campagne d’évaluation
internationale FERA 2011 [146]. Comme le montrent les résultats présentés dans la Figure 3.3,
ce système s’est avéré plus performant que les autres méthodes pour détecter les AU.
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Baseline

MIT−Cambride
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This Work
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 Person independent
Person specific
Personne indépendante	
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Figure 3.3 – Résultats officiels (scores F1) de la compétition FERA’11. USCD : University of
San Diego [157]. KIT : Karlsruhe Institute of Technology. QUT : Queensland University of Tech-
nology [22]. MIT-Cambridge : Massachusetts Institute of Technology et Cambridge University
[9]

3.3.2 Localisation des points caractéristiques

Dans les méthodes de type Contrained Local Model (CLM), on distingue deux étapes princi-
pales : une première étape de détections indépendantes des points caractéristiques suivie d’une
seconde étape d’alignement d’un modèle déformable qui cherche un compromis entre les posi-
tions probables des points dans l’image et les contraintes internes du modèle de forme. Dans
Saragih et al. [121], la première étape de détection est assurée par un SVM linéaire appliqué sur
des images en niveaux de gris. Dans la formulation primale du SVM, cela revient à apprendre
un motif discriminant (encodé par les paramètres de l’hyperplan séparateur du SVM) et à ef-
fectuer une convolution de l’image avec ce motif pour localiser un point dans une région de
l’image. Cette opération est très rapide, mais la carte de probabilité des positions des points
caractéristiques est très bruitée, ce qui complexifie l’étape d’alignement du modèle.

Dans nos travaux, nous avons cherché à améliorer l’étape de localisation pour combiner plu-
sieurs descripteurs à plusieurs échelles spatiales. Afin de ne pas sacrifier les temps de traitement
aux performances, nous avons proposé une méthode d’estimation des cartes de probabilité de
présence des points caractéristiques en deux temps.

Dans un premier temps (étage S1 de la figure 3.4), nous apprenons un SVM linéaire multi-
noyaux. La sortie non-seuillée de ce classifieur pour chaque pixel de la zone est donnée par la
combinaison linéaire des cartes issues de la convolution de l’image d’origine, avec les motifs
encodés dans les hyperplans associés à chaque échelle. De cette carte de réponses dense, on ne
sélectionne que les maxima locaux correspondant aux positions les plus probables de présence
du point recherché.

Dans un second temps (étage S2), nous apprenons à prédire la probabilité que chaque candi-
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16 Chapitre 2. Modéles d’apparence à noyaux multiples

de fausses alarmes sont détectées et ajoutées à l’ensemble d’exemples négatifs cor-
respondant. Lors des itérations suivantes, des positions déjà sélectionnées peuvent
revenir : cette redondance va permettre d’ajouter un poids supplémentaire aux po-
sitions significatives.

Zone de recherche

Point recherché

Fausses alarmes

itération 1 itération n

Figure 2.6 – Illustration du bootstrap proposé : les fausses alarmes pertinentes sont
ajoutées à l’ensemble des patchs négatif à chaque itérations.

2.2.5 Cascade de classifieurs
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Figure 3.4 – Vue d’ensemble de la méthode d’alignement de points caractéristiques

dat sélectionné soit le point recherché en apprenant à un SVM à discriminer les bonnes positions
des mauvaises, et en calibrant la sortie de ce SVM [114]. Compte tenu du nombre restreint de
candidats à analyser, le classifieur SVM peut s’appuyer sur des descripteurs image variés et sur
des fonctions noyaux plus élaborées (cf. figure 3.5).
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Stage S2

1. Introduction

The successful automatic detection of landmark is a
key step in a wide range of computer vision based sys-
tem. In face analysis, many tasks directly depend on
facial points such as analysis of human spontaneous be-
havior, face recognition or gaze detection. Until re-
cently, a large number of methods have been introduced,
But locating facial landmarks is still an unsolved prob-
lem for applications that need to operate under a wide
range of conditions such as illumination variations, oc-
clusions, poses or expressions. Moreover, most of the
human behavior analysis systems lie in the use dynamic
over a sequence. By analyzing the positions of facial
points, we could be able to capture the subtle move-
ment of human facial expression or to extract the emo-
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tion temporal segment. One challenge for the develop-
ment of such detectors is an inherent tradeo↵ between
robustness and accuracy. In this paper, we propose a
novel method that brings us a step closer to this goal.

Most of the existing methods address this problem-
atic using di↵erent approaches (see Section 2). The
model-based method for example, regards all facial
point as an unique object instead of separate feature
points, and generally proceed to a non-rigid face align-
ment. Also other methods independently detect each
feature points using fast but non-robust classifiers ap-
plied over a portion of the image and return one or more
candidate for each landmark. These methods gener-
ally rely on a process combining these detections with a
prior knowledge of the facial points distribution.

This paper fits into this scheme. We propose a novel
e�cient approach for facial landmark detection. The
system is based on a cascaded classifier, especially de-
signed to reduce the computational time while provid-
ing accurate detections. The first stage, by using a linear
kernel select among all the pixels included in a region
of interest, a small number of candidate. Then, the sec-
ond stage, which employs a non-linear kernel increas-
ing its discriminative power, re-classify the candidates.
Finally we proceed to an optimization step, where the
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Keywords:

Stage S1

1. Introduction

2. Recent work

3. Overview

The aim of the method proposed in this paper is to
precisely detect a set of 40 facial feature points on chal-
lenging images. To proceed, we adopt a three steps
approach designed to accelerate the detection process
while preserving robustness and accuracy. Our first and
second step compose the multi-stage classifier, where
each stage di↵ering in their discriminative power and
computational cost. The first classifier quickly select
in the sliding windows a set a potential feature points
and the second stage, using a more complete model, re-
classifies the candidate. The third step is the optimiza-
tion step which tries to fit a deformable model using the
multi-stage classifier output maps.

The multi-stage classifier is a cascade of multi-kernel
Support Vector Machine. These multi-kernel learn-
ing algorithms are generally used to combine di↵erent
kind of kernel functions such as Radial Basis Functions
(RBF) or polynomial functions. Here, rather than use
this projection in di↵erent feature spaces, we instead use
them to combine di↵erent feature. Our previous work
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in [1] has proven this approach to lead to reliable re-
sults. The main interest of this approach is to be able
to combine di↵erent level of spatial information. Each
di↵erent kernel will use feature extracted a di↵erent res-
olution, creating a multi-resolution feature. This two
steps learning gives us a fast but robust estimation of
the likely locations of each landmark of the Point Dis-
tribution Model (PDM).

Then, we proceed to the optimization process. This
optimization is based on the recent work provided by
[2]. After performing the local search to obtain re-
sponse maps for each landmark, the fitting process is
performed over these responses as in constrained local
models (CLM).

4. Detector

4.1. Multiple-Kernel classifier

As classifier for our two first stages, we use Support
Vector Machines. One advantage of SVMs is that the
determination of the model parameters corresponds to a
convex optimization problem: any local solution is also
a global optimum.

The SVM classifier defines a discriminant function
C(xp) to classify candidate pixels p by giving the likeli-
hood of being the facial point we want. Here, xp = {xp

r }
represents a collection of features associated to a can-
didate pixel for several resolutions r.The discriminant
function C(xp) of the SVM is expressed as:

C(xp) =
mX

i=1

yi↵iK(xp, xi) (1)

With xi, for i = 1, ...,m, denoting the descriptors of m
training samples selected as representative by the SVM
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Figure 3.5 – Illustration des descripteurs multi-échelles utilisés pour chaque étage

A l’issue de l’étape de localisation indépendante des points, certaines détections peuvent être
fausses (e.g. lorsque le point est occulté) ou imprécises (e.g. l’apparence locale de certains points
le long de la mâchoire ne permet pas leur localisation précise et, seule leur position relative
par rapport aux autres points, permet de lever cette ambiguïté). Une étape d’alignement d’un
modèle déformable permet d’apporter une cohérence spatiale entre tous les points du visage.
L’estimation des paramètres du modèle de forme est obtenue par minimisation d’une fonction
de coût composée de l’erreur d’alignement (i.e. la somme des distances de chaque point aux pixels
candidats, pondérée par la probabilité d’être le point recherché) et d’un terme de régularisation
qui pénalise les déformations peu probables.

Les expériences menées sur plusieurs bases de données de la littérature ont permis de montrer
les bonnes performances en généralisation de notre méthode, ainsi que l’apport de chaque étape
du processus de localisation. En particulier, cette méthode est capable de suivre les déformations
du visage liées aux variations d’expressions pour des visages frontaux ou présentant de faibles
variations de pose (±35°) et obtient des résultats équivalents à l’état de l’art [116].
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Chapitre 4

Analyse des expressions faciales par
apprentissage de métriques

Dans la continuité de nos travaux sur la reconnaissance des AU présentés précédemment, les
recherches décrites dans ce chapitre visent à caractériser plus finement les expressions faciales, en
prédisant l’intensité des activations musculaires. Il s’agit d’un problème de régression particuliè-
rement propice au sur-apprentissage, car nous ne disposons que de peu de données au regard de
la complexité de la tâche. Ainsi, nous avons proposé des extensions de la méthode MLKR (Metric
Learning for Kernel Regression, 4.1) qui ont permis de réduire la complexité algorithmique et les
risques de sur-apprentissage (4.2). Nous avons également étendu la méthode aux problèmes de
régression multi-labels (4.2.4), et la formulation H-MT-MLKR (4.2.4.3) a notamment permis de
réduire le nombre de paramètres à estimer, tout en conservant un fort pouvoir d’expressivité du
modèle. Pour finir, nous illustrons la généricité et la pertinence de cette méthode pour localiser
des points caractéristiques sur le visage (4.3.1) et estimer l’intensité des AU (4.3.2).

4.1 Estimateur de Nadaraya-Watson et apprentissage de métriques

L’estimateur de Nardaraya-Watson est l’un des estimateurs les plus simples et les plus intui-
tifs pour une tâche de régression. Le label d’un exemple de test est la moyenne des labels de tous
les exemples d’apprentissage, pondérée par la ressemblance de l’exemple de test aux exemples
d’apprentissage. Soit {x1,x2, . . . ,xns}, ns exemples d’apprentissage et {y1, y2, . . . , yns} les an-
notations correspondantes, le label associé à un nouvel exemple de test est donné par :

ŷt =
∑ns
i=1 yiki,t∑ns
i=1 ki,t

(4.1)

Le noyau ki,t = k(xi,xt) est une mesure de similarité entre les exemples xi et xt. Le noyau le
plus couramment utilisé est le noyau Gaussien :

ki,j = 1
2σ
√

2π
e−

d2
i,j

σ2 (4.2)

avec σ, l’écart type de la Gaussienne et di,j = d(xi,xj) la distance euclidienne entre deux
exemples xi et xj . Le seul hyper-paramètre de cette méthode est l’écart-type de la Gaussienne,
qui peut être optimisé par une procédure de validation croisée, ce qui rend la méthode peu
sensible au sur-apprentissage. Il est, de plus, possible d’approximer des fonctions fortement non
linéaires, car la prédiction du label d’un exemple est principalement définie par son voisinage.
Toutefois, les performances de l’estimateur de Nadaraya-Watson dépendent de l’espace de re-
présentation des échantillons, qui doit être pertinent pour une tâche donnée. L’apprentissage de
métrique pour la régression par noyaux (Metric Learning for Kernel Regression, MLKR), pro-
posée par Weinberger et Tesauro [153], vise à apprendre un espace de représentation pertinent
pour l’estimateur de Nadaraya-Watson. L’objectif est d’estimer le sous-espace linéaire optimal
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qui minimise l’erreur quadratique de l’estimateur de Nadaraya-Watson. Soit nd la dimension de
l’espace d’origine et nr la dimension de l’espace d’arrivée, la méthode MLKR estime la matrice
de projection A ∈Mnr,nd(R) qui minimise l’erreur suivante :

L(A) =
ns∑
i=1

(ŷi − yi)2 (4.3)

avec
ŷi =

∑
i 6=j yjkj,i(A)∑
i 6=j kj,i(A)

et

ki,j(A) = 1
2σ
√

2πe
−
di,j(A)2

σ2

di,j(A)2 = ‖A(xi − xj)‖2 = (xi − xj)TATA(xi − xj)

la distance dans l’espace de projection de dimension nr. Le minimum est obtenu par descente
de gradient :

∂L(A)
∂A = 4A

∑
i

(ŷi − yi)∑
i 6=j kij

∑
j

(ŷi − yj)kij(xi − xj)(xi − xj)T (4.4)

La méthode MLKR a deux hyper paramètres : l’écart type de la gaussienne σ et la dimension
de l’espace de projection nr. Le label d’un exemple de test est alors donné par l’estimateur de
Nadaraya-Watson, après projection des exemples dans le sous-espace défini par A.

Outre sa métrique optimisée pour une tâche donnée, la méthode MLKR présente les mêmes
avantages que l’estimateur de Nadaraya-Watson : les résultats sont facilement interprétables,
elle permet d’approximer des fonctions complexes et elle a une bonne capacité d’extrapolation
dans les régions de l’espace très faiblement peuplées (par opposition aux SVR par exemple).

Toutefois, la méthode MLKR a des limitations importantes qui doivent être levées pour être
pleinement exploitable dans une application d’analyse faciale.

La complexité : le calcul du gradient pour une projection de ns exemples de dimension nd, a
une complexité en O(n2

s ∗n2
d), ce qui ne permet pas de manipuler des exemples dans des espaces

de grande dimension. Ce qui est le cas lorsqu’on analyse un visage, soit directement à partir des
niveaux de gris, soit à partir de vecteurs de caractéristiques, comme nous l’avons vu au chapitre
précédent. L’empreinte mémoire est également importante car, tout comme les autres méthodes
à base de noyaux telles que les SVR, elle repose sur le calcul d’une matrice contenant l’ensemble
des mesures de similarité entre toutes les paires d’exemples de la base d’apprentissage.

Les risques de sur-apprentissage : nous avons empiriquement montré que certaines configu-
rations étaient critiques pour l’apprentissage du MLKR.
— Choix de l’écart type des noyaux gaussiens : si la variance est trop petite, le calcul du

gradient est faux et instable, car il repose sur un nombre trop restreint d’échantillons
(chaque exemple d’apprentissage a un nombre très limité de voisins). A l’inverse, si l’écart
type est trop grand, tous les exemples seront approximativement à la même distance les
uns des autres et l’estimation du gradient est alors constante à chaque itération. Il est
donc essentiel d’estimer la valeur de ce paramètre par validation croisée.
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— Influence du bruit : Lorsque les valeurs des descripteurs qui composent le vecteur de
caractéristique est bruité, les performances du MLKR sont fortement impactées, car la
mesure de similarité entre les exemples n’est plus pertinente et le calcul du gradient devient
incohérent. Il est donc essentiel de limiter le nombre de descripteurs non informatifs pour
améliorer les performances.

— Influence du nombre d’exemples : les résultats expérimentaux ont également montré que
les performances étaient liées au nombre d’exemples d’apprentissage. Plus ce nombre est
élevé, plus l’algorithme tolère de bruit sur les données.

— Influence du nombre de paramètres du modèle : le nombre de paramètres à estimer dépend
du nombre d’éléments de la matrice A et augmente donc linéairement avec la dimension
de l’espace de représentation nd et de l’espace de projection nr. La dimension de l’espace
de projection est un hyper-paramètre qui doit être choisi avec soin par cross-validation
car nous avons observé des risques de sous-apprentissage et de sur-apprentissage lorsque
la dimension était respectivement trop faible ou trop grande.

4.2 Améliorations proposées

Nous avons évoqué, dans la section précédente, les limitations de la méthode MLKR, en
terme de complexité algorithmique et de sur-apprentissage, lorsque les descripteurs sont très
bruités ou que le nombre de paramètres est trop important au regard du nombre de données
disponibles. Nous avons alors proposé plusieurs améliorations afin que MLKR puisse être utilisé
dans un contexte d’analyse faciale. Nous avons tout d’abord proposé une étape de sélection de
descripteurs (4.2.1) ainsi qu’une méthode de descente de gradient stochastique (4.2.2). Nous
avons ensuite proposé une version régularisée de l’algorithme (4.2.3). Pour finir nous avons
proposé trois extensions de la méthode MLKR pour la régression de labels multi-dimensionnels
(4.2.4).

4.2.1 Sélection des descripteurs

Compte tenu de sa complexité algorithmique en O(n2
s ∗n2

d) et des problèmes d’apprentissage
lorsque la dimension des exemples d’apprentissage est grande et comporte des dimensions pas
ou peu informatives, nous avons proposé de sélectionner un sous-ensemble de descripteurs en
amont de la phase d’apprentissage du MLKR. L’estimateur de Nadaraya-Watson étant fortement
non linéaire, nous avons choisi d’utiliser l’entropie conditionnelle pour quantifier la relation
fonctionnelle non-linéaire entre le label l et la valeur du descripteur f :

H(l|f) = −
∑
f∈F

p(f)
∑
l∈L

p(l|f) log (p(l|f)) (4.5)

avec F et L, les ensembles de définition des descripteurs et des labels. Une estimation fine
des probabilités conditionnelles pouvant être très longue lorsque le nombre d’échantillons est
important, nous calculons une valeur approchée en discrétisant l’espace des descripteurs et des
labels. Le choix des pas de quantification est important, puisqu’un pas trop grand ne permettra
pas de capturer des relations non linéaires fines entre les descripteurs et les labels, et à l’inverse,
un pas trop petit donnera une mauvaise estimation de l’entropie conditionnelle, car le nombre
d’échantillons par région de l’espace sera trop faible. Ces hyper-paramètres seront estimés par
validation croisée.
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4.2.2 Descente de gradient stochastique

Le coût de calcul du gradient est quadratique par rapport au nombre d’échantillons considé-
rés. Nous avons donc choisi d’utiliser la descente de gradient stochastique par lot (batch stochastic
gradient descent, BSGD). Cette méthode consiste à n’utiliser qu’un sous-ensemble des exemples
d’apprentissage (un batch) pour calculer la valeur du gradient, à chaque étape de la descente. Ap-
pliquée au MLKR, nous avons montré que la descente de gradient stochastique par lot converge
plus rapidement et également vers une meilleure solution que celle obtenue par une descente de
gradient classique. Cette amélioration s’explique par une réduction du sur-apprentissage induite
par la sélection aléatoire d’un nouveau lot à chaque étape.

4.2.3 Régularisation de la fonction de coût

La version originale du MLKR estime les coefficients de la matrice de projection A qui
minimisent l’erreur de prédiction. Afin de réduire les risques de sur-apprentissage, nous avons
évalué l’intérêt d’ajouter un terme de pénalisation à la fonction de coût originale, et testé deux
stratégies très couramment utilisées : la pénalisation Lasso et la norme L2.

4.2.3.1 Régularisation Lasso

Nous ajoutons à la fonction de coût un terme de pénalité Lasso correspondant à la norme
L1 de la matrice A (la somme des valeurs absolues des coefficients de la matrice). Tibshirani
[137] a montré que cette pénalité induisait de la parcimonie dans le vecteur de paramètres et
réduisait les risques de sur-apprentissage. La nouvelle fonction de coût devient :

L(A) =
ns∑
i=1

(ŷi − yi)2 + γ.L1(A) (4.6)

avec γ le paramètre de régularisation qui contrôle le niveau de régularisation et peut être optimisé
par validation croisée. Le gradient associé devient :

∂L
∂A = 4A

ns∑
i=1

(ŷi − yi)
ns∑
j=1

(ŷj − yj)kij(xi − xj)(xi − xj)> + γ.sgn(A) (4.7)

avec sgn(.) la fonction signe.

4.2.3.2 Régularisation L2

Nous pouvons également pénaliser la fonction de coût par la norme L2 de la matrice A.
Dans ce cas la fonction de coût s’écrit :

L(A) =
ns∑
i=1

(ŷi − yi)2 + γ. ‖A‖2 (4.8)

avec ‖.‖ la norme de Frobenius. Le gradient correspondant à cette fonction de coût s’écrit :

∂L
∂A

= 4A
ns∑
i=1

(ŷi − yi)
ns∑
j=1

(ŷj − yj)kij(xi − xj)(xi − xj)> + 2γA (4.9)

Dans le cadre des applications visées, les deux régularisations, Lasso et L2, aboutissent à des
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résultats équivalents en terme de représentation parcimonieuse de la matrice de projection et de
performances. Nous avons privilégié la régularisation L2 dans la suite du document.

4.2.4 MLKR multi-labels

Dans cette partie, nous nous intéressons aux problèmes de régression multi-labels, i.e. lors-
qu’on doit prédire plusieurs labels associés à un même exemple. Chaque label à prédire peut-être
considéré comme une tâche spécifique, par exemple, une image de visage peut-être annotée avec
l’intensité de plusieurs AU. Si l’on fait l’hypothèse que les tâches sont liées et ont une forte
probabilité de partager un espace de représentation commun, alors un apprentissage conjoint de
ces différentes tâches aboutira probablement à de meilleurs résultats que ceux obtenus par des
modèles appris à partir de chaque tâche indépendamment.

4.2.4.1 MLKR à espace commun (CS-MLKR)

La première extension du MLKR multi-labels que nous avons proposée, consiste à apprendre
un unique espace de représentation, dans lequel les exemples sont projetés pour prédire l’en-
semble des labels. Soit Lt la fonction de coût associée à une tâche t, la fonction de coût associée
au MLKR à espace commun (Common-Space MLKR, CS-MLKR) pour un problème à T tâches
est :

LCS =
T∑
t=1
Lt(A) + γ ‖A‖2 (4.10)

Pour simplifier l’expression, on introduit :

Dt =
ns∑
i=1

(ŷi − yi)∑
j 6=i

kij

ns∑
j=1

(ŷi − yj)kij(xi − xj)(xi − xj)> (4.11)

On obtient alors :
∂LCS
∂A = 4

T∑
t=1

ADt + 2γA (4.12)

La formulation CS-MLKR fait l’hypothèse d’une corrélation très forte entre les tâches,
puisque l’espace de projection est le même, quelque soit la tâche. Si les tâches sont plus faible-
ment corrélées, l’information spécifique à chaque tâche sera difficilement capturée. Nous avons
proposé une formulation multi-tâches pour répondre à ce problème spécifique.

4.2.4.2 MLKR multi-tâches (MT-MLKR)

À la manière des SVM mulit-tâches proposés par Evgeniou et Pontil [48], l’objectif du MLKR
multi-tâches (Multi-Task MLKR, MT-MLKR) est de découvrir un espace de représentation
commun à l’ensemble des tâches B0, tout en capturant les spécificités propres à chaque tâche
t. On peut introduire cette représentation commune en décomposant la matrice de projection
associée à une tâche :

At = B0 + Bt (4.13)

La fonction de coût du MT-MLKR s’écrit alors :

LMT =
T∑
t=1
Lt(B0 + Bt) + γ

T∑
t=0
‖Bt‖2 (4.14)
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Un terme de pénalité est ajouté à la fonction de coût pour encourager B0 à contenir une
représentation partagée par les différentes tâches et à conserver dans Bt, uniquement les infor-
mations spécifiques à la tâche t.
Le gradient de cette fonction de coût s’écrit :

∂LMT

∂B0
= 4

T∑
t=1

(B0 + Bt)Dt + 2γB0 (4.15)

∂LMT

∂Bt
= 4(B0 + Bt)Dt + 2γBt

4.2.4.3 MLKR multi-tâches fortement contraint (H-MT-MLKR)

Nous avons proposé une régularisation multi-tâches plus contrainte que la formulation pré-
cédente. Cette méthode, appelée MLKR multi-tâches fortement contraint (Hard Multi-Task
MLKR, H-MT-MLKR), force un nombre nc d’axes à être partagés par les différents espaces
de projection de taille nr. Cela ce traduit dans la définition de l’espace de projection At par une
concaténation à la place d’une somme :

At =
[

B0
Bt

]
(4.16)

avec B0 ∈Mnc,nd(R) and Bt ∈Mnr−nc,nd(R).
Le gradient s’ecrit :

∂LHMT

∂B0
= 4B0

T∑
t=1

Dt + 2γB0 (4.17)

∂LHMT

∂Bt
= 4BtDt + 2γBt

Le principal intérêt de la régularisation multi-tâches fortement contraint, est de réduire les
risques de sur-apprentissage en limitant le nombre de paramètres à apprendre, tout en conservant
la même dimension de l’espace de projection. Pour MT-MLKR, le nombre de paramètres est :

nMT
par = nd.nr.(T + 1) (4.18)

Alors que le nombre de paramètres pour H-MT-MLKR est :

nHMT
par = nd.(nc + T.(nr − nc)) (4.19)

Dans le cas, par exemple, d’un problème à T = 5 tâches, la méthode MT-MLKR nécessite
l’optimisation de nMT

par = 2400 paramètres pour projeter nd = 80 descripteurs de l’espace d’ori-
gine vers un espace de dimension nr = 5. Pour la même configuration, la méthode H-MT-MLKR
requière nHMT

par = 1040 paramètres si nc = 3 axes sont partagés. A complexité équivalente, la for-
mulation fortement contrainte nécessite donc deux fois moins de paramètres que la formulation
"classique", ce qui réduit potentiellement les risques de sur-aprentissage.
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4.3 Application à l’analyse des expressions faciales

Nous allons à présent montrer l’intérêt de la formulation H-MT-MLKR dans deux applica-
tions d’analyse des expressions faciales : la localisation de points caractéristiques et l’estimation
de l’intensité des Action Units. Les autres apports présentés au chapitre précédent ont également
été évalués dans le cadre d’une application d’analyse d’expressions faciales dont les résultats sont
reportés dans [106].

4.3.1 Localisation de points caractéristiques

La méthode proposée s’inscrit dans la lignée des méthodes par cascade (2.4) : après une
initialisation grossière du modèle, la position des points caractéristiques du visage est affinée
conjointement et itérativement. A chaque étape, un ensemble de caractéristiques est extrait
dans le voisinage de chaque point, puis fourni en entrée du régresseur.

Extraction des descripteurs Des descripteurs de type histogramme de gradients orientés
(HOG) à 2 × 2 cellules sont extraits à partir de fenêtres centrées sur chaque point caracté-
ristique du visage. La taille de ces fenêtres dépend de l’itération courante, car à mesure que le
modèle se rapproche de la vérité terrain, l’information importante est très locale. Ainsi nous
réduisons la taille de fenêtre à chaque étape de la cascade.

Méthode de régression L’étape de régression s’appuie sur la méthode H-MT-MLKR que nous
avons présentée précédemment. Nous avons défini 5 groupes de points caractéristiques (cf. Figure
4.1) qui constituent les 5 tâches de notre méthode de régression. L’objectif est alors d’apprendre
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Figure 4.1 – Définition des 5 groupes de points caractéristiques

5 espaces de projection (un par groupe de points caractéristiques), chacun étant défini comme
la concaténation d’axes communs (partagés par les 5 espaces) et d’axes spécifiques. Le fait d’im-
poser à chaque groupe un espace commun (et donc les mêmes descripteurs image) impose une
contrainte spatiale entre les points. De plus, la cohérence spatiale est renforcée, car le dépla-
cement de chaque point est une somme pondérée des déplacements de la base d’apprentissage
(principe de l’estimateur de Nadaray-Watson). Les groupes ont été choisis de manière à ras-
sembler les points spatialement proches et qui partagent des mouvements très corrélés (les deux
yeux par exemple) et à séparer les points dont les mouvements sont souvent indépendants (les
points des sourcils de ceux de la bouche par exemple).
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Résultats expérimentaux Les résultats, présentés en détail dans la thèse de Nicolle [105], ont
montré que l’approche H-MT-MLKR donne de meilleurs résultats d’alignement, quelque soit
l’étape de la cascade, que l’approche CS-MLKR, dans laquelle les 5 espaces de projection ont été
appris séparément (cf. Figure 4.2a). Ceci s’explique par le manque de contraintes géométriques
entre les 5 groupes, induit par l’approche CS-MLKR. Lorsque l’on compare notre méthode à la
méthode SDM (cf. Figure 4.2b), qui combine une projection par PCA et une régression linéaire
(RL), on remarque que la méthode qui utilise H-MT-MLKR donne de meilleurs résultats, en
particulier sur les dernières étapes de la cascade, où l’information extraite par notre méthode
est plus locale, et donc plus utile pour un alignement précis. Pour finir le tableau 4.1 montre

(a) H-MT-MLKR vs CS-MLKR (b) H-MT-MLKR vs PCA+RL
Figure 4.2 – Comparaison de H-MT-MLKR par rapport à CS-MLKR 4.2a, et PCA+RL 4.2b.
L’erreur d’alignement est donnée pour chaque étape de la cascade

que notre méthode offre des performances proches des meilleures méthodes de l’état de l’art au
moment de ces travaux.

Table 4.1 – Comparaison entre la méthode orientée H-MT-MLKR et trois méthodes de l’état
de l’art sur le jeu de données 300W

Méthode Erreur moyenne normalisée (%)
ESR [20] (reported in [117]) 7.58
SDM [159] (reported in [117]) 7.52

LBF [117] 6.32
H-MT-MLKR 6.50

4.3.2 Estimation de l’intensité des Action Units

L’estimation de l’intensité des AU constitue un cadre d’étude tout à fait adapté à notre
méthode H-MT-MLKR car :
— Les descripteurs sont nombreux et hétérogènes : comme nous l’avons vu au chapitre 3,

il est pertinent d’utiliser des descripteurs géométriques (pour caractériser par exemple
l’ouverture de la bouche) et des descripteurs d’apparence (pour caractériser par exemple
l’apparition de rides d’expression).

— La relation entre ces descripteurs et l’intensité de l’AU est probablement non linéaire : par
exemple, si l’on considère les rides qui apparaissent entre les sourcils lors de l’activation de
l’AU4 (froncement de sourcils), l’extraction de contours verticaux est tout à fait pertinente
et la relation entre l’intensité de l’AU et ce descripteur est certainement monotone, mais
probablement pas linéaire. En effet, l’intensité des gradients peut varier très faiblement
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lors des premiers niveaux d’activation de l’AU, puis l’apparition de rides marquées pour
des niveaux d’activation élevés, peut provoquer une augmentation rapide de cette valeur.

— Les risques de sur-apprentissage liés au manque de données : l’annotation de l’intensité des
AU dans une vidéo est un processus très coûteux et certaines AU sont très rarement activées
lors de comportements naturels. À cela s’ajoutent les fortes variations interpersonnelles,
qui font de la prédiction d’AU, un domaine très sensible au sur-apprentissage.

4.3.2.1 Extraction des descripteurs

Nous calculons deux types de descripteurs géométriques à partir de triplets de points. Pour
chaque triplet tk1k2k3 = (pk1 ,pk2 ,pk3), on calcule le ratio entre deux vecteurs

vk2k3 = pk3 − pk2 = (pxk3 − pxk2) + i.(pyk3
− pyk2

)

et
vk2k1 = pk1 − pk2 = (pxk1 − pxk2) + i.(pyk1

− pyk2
)

pour former
f(tk1k2k3) = vk2k1

vk2k3

= ‖vk2k1‖
‖vk2k3‖

.ei
̂(vk2k3 ,vk2k1 )

qui indique la position de pk1 par rapport à pk2 et pk3 . On utilise alors la norme et l’angle
de f(tk1k2k3) comme descripteurs géométriques. Il s’agit de descripteurs locaux, invariants aux
changements d’échelle et aux rotations dans le plan image.

Les descripteurs d’apparence sont des HOG extraits à partir deux types de fenêtres : certaines
sont centrées sur les points caractéristiques (pour capturer des rides d’expressions), alors que
d’autres sont issues d’une division régulière de l’image du visage, afin de pouvoir récupérer des
informations utiles, même lorsque l’étape d’alignement du modèle a échoué. Les images du visage
ont été préalablement normalisées en les pivotant et en les redimensionnant par rapport à la
position des yeux.

4.3.2.2 Résultats expérimentaux

Sur un total de 2768 descripteurs, nous sélectionnons nd = 80 descripteurs en utilisant la
somme des entropies conditionnelles (4.5) calculée pour chaque tâche (i.e. chaque AU). L’espace
de projection est de dimension nr = 5 donc nc = 3 axes sont partagés. L’hyper-paramètre de
régularisation γ = 0, 9 a été obtenu par validation croisée. L’apprentissage utilise 10000 exemples
choisis aléatoirement dans la base d’apprentissage.

Le tableau 4.2 présente les résultats obtenus par H-MT-MLKR, comparé aux modèles MLKR
et MT-MLKR, en terme de corrélation de Pearson entre la prédiction et la vérité terrain. On
remarque une amélioration significative des résultats pour 4 des 5 AU testées. L’amélioration
est d’autant plus importante que l’AU est difficile à prédire (AU14 par exemple).

Le tableau 4.3 présente les performances obtenues par les participants à la campagne d’éva-
luation FERA 2015. Nous pouvons voir que notre approche (ISIR) a surpassé les autres méthodes
quelque soit l’AU. L’ICC moyenne pour les 5 AU est supérieure de 13% à celle obtenue par la
deuxième meilleure équipe (72% vs 64%).

Pour finir, la Figure 4.3 illustre les principaux descripteurs, qui forment les axes du sous-
espace commun et des 5 sous-espaces spécifiques à chaque AU. Pour chaque sous-espace, nous
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Table 4.2 – Comparaison entre MLKR et les deux extensions multi-tâches proposées en terme
de corrélation de Pearson (en %)

AU MLKR MT-MLKR H-MT-MLKR
6 74.2 75.4 76.3
10 70.9 72.8 75.2
12 86.6 86.4 86.5
14 41.4 44.3 47.7
17 52.6 52.7 54.8

Mean 65.1 66.3 68.1

Table 4.3 – Résultats officiels du challenge "fully continuous" de FERA’2015 en terme d’ICC
AU ISIR [104] Cambridge [8] KIT VicarVision [59] LaBRI [100]
6 78.7 71.9 67.8 66.4 72
10 80.2 71.8 73.1 73.4 72
12 86.1 82.8 82.6 78.8 78.4
14 71.1 54.6 53.3 54.9 27.7
17 44.3 37.7 30.8 32.9 26.8

Mean 72.1 63.8 61.5 61.3 55.4

n’avons présenté que les 4 plus importants. Les lignes blanches représentent les angles sélec-
tionnés, et les flèches noires correspondent à la position et à l’orientation du descripteur HOG
sélectionné. On remarque, par exemple, que l’angle entre l’extrémité de l’œil, le centre de la
bouche et la commissure des lèvres est un descripteur pertinent pour l’ensemble des AU, ce qui
est tout à fait cohérent, puisque cet angle varie lorsque les AU12 (étirement du coin des lèvres),
AU10 (remontée de la partie supérieure de la lèvre) et 17 (élévation du menton) sont activées.
Pour l’AU 14 (le plissement externe des lèvres), on remarque, par exemple, que H-MT-MLKR
a sélectionné un gradient sur la joue droite, dans une zone où apparaissent les fossettes lorsque
l’AU est activée.

Figure 4.3 – Principaux descripteurs qui forment les axes du sous-espace commun et des 5
sous-espaces spécifiques à chaque AU
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Chapitre 5

Forêts Aléatoires pour l’analyse en
environnement non contraint

Les Forets Aléatoires sont des modèles simples, avec un fort pouvoir expressif et peu sensibles
aux sur-apprentissage. Dans les recherches que nous présentons dans ce chapitre, nous avons donc
souhaité explorer les capacités de ces modèles à œuvrer dans un environnement non contraint.
Les limitations inhérentes aux Forêts Aléatoires, que nous présentons dans la première partie
(5.1), nous ont amenées à proposer des extensions de ces modèles pour intégrer l’information
temporelle (5.2.1), et pour augmenter la robustesse aux variations de pose du visage (5.2.2)
et aux occultations (5.3). Pour finir ce chapitre, nous présentons les récents travaux que nous
avons développés, à l’interface des Forêts Aléatoires et des réseaux profonds (5.4). Comme pour
les précédents modèles, nous montrons leurs capacités sur des tâches variées de reconnaissance
d’expressions faciales et de localisation de points caractéristiques.

5.1 Forêts aléatoires pour l’analyse faciale : intérêt et limitations

Les Forêts Aléatoires (Random Forests, RF) constituent une famille de méthodes d’appren-
tissage proposée par Breiman [17]. Elles consistent à apprendre un ensemble de T arbres de
décision ayant été construits à partir de T échantillons bootstrap issus de la base d’apprentis-
sage. Chaque arbre est construit par une procédure gloutonne (greedy) qui estime, pour chaque
nœud de l’arbre, les paramètres de la fonction de séparation (φ, la valeur du descripteur et θ le
seuil associé) qui aiguillera un exemple vers son nœud fils droit ou gauche. Le meilleur jeu de
paramètres de la fonction de séparation est estimé à l’aide d’une mesure de gain d’information
Hφ,θ (par exemple la mesure de l’entropie de Shannon ou le critère d’impureté de Gini). Cette
procédure est appliquée récursivement aux sous-arbres de droite et de gauche avec les exemples
aiguillés de part et d’autre, jusqu’à ce que la répartition des exemples dans chaque nœud soit
homogène (i.e. que tous les exemples soient de la même classe l ∈ L).

En phase de test, une image x est aiguillée successivement à droite ou à gauche dans un
arbre t en fonction des tests binaires, jusqu’à ce qu’elle atteigne une feuille de l’arbre. L’arbre
peut alors retourner une probabilité pt(l|x) qui prend la valeur 1 pour la classe représentée dans
ce nœud et 0 sinon. La probabilité finale est obtenue en calculant la moyenne des probabilités
retournées par les T arbres :

p(l|x) = 1
T

T∑
i=1

pt(l|x) (5.1)

La robustesse de l’algorithme est assurée par la force individuelle de chaque arbre et la
décorrélation entre ces arbres. En construisant des arbres à partir de sous ensembles différents
et indépendants, et en utilisant un algorithme de sous-espace aléatoire (en n’examinant, par
exemple, qu’un sous-ensemble de descripteurs pour apprendre chaque fonction de séparation),
le pouvoir de prédiction de chaque arbre est plus faible, mais celui-ci se trouve très décorrélé des
autres arbres de la forêt.
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Les méthodes par RF sont très répandues dans le domaine de la vision par ordinateur en
général, et dans le domaine de l’analyse faciale en particulier, car elles sont capables d’apprendre
des fonctions complexes, à partir d’un nombre restreint de données de grande dimension et
potentiellement bruitées. De plus, elles sont robustes, ont une bonne capacité de généralisation
et les temps d’exécution sont faibles, car les fonctions de séparations sont simples et, seul un
sous-ensemble de l’arbre est exploré pour classifier un exemple.

Toutefois, les RF présentent certaines limitations pour l’analyse faciale, en particulier :
— L’information dynamique n’est pas exploitée.
— La robustesse aux variations de poses n’est pas assurée, car la valeur des descripteurs peut

varier lorsque le visage effectue des rotations en dehors du plan image.
— Les performances peuvent fortement diminuer en présence d’occultations, car les prédic-

tions de tous les arbres utilisant des descripteurs extraits dans la zone occultée du visage
peuvent être fausses.

Les travaux, entrepris dans le cadre de la thèse d’Arnaud Dapogny, ont cherché à dépasser
ces limitations pour améliorer les performances et la robustesse des méthodes d’analyse des
expressions faciales.

5.2 Forêts aléatoires conditionnelles

5.2.1 Forêts aléatoires conditionnées par paires (PCRF)

L’idée directrice des forêts aléatoires conditionnées par paires (Pairwise Conditional Ron-
dom Forests, PCRF) est d’intégrer l’information spatio-temporelle sous la forme de classifieurs de
transition d’émotion. Comme le montre la Figure 5.1, un classifieur statique utilise uniquement
l’information statique (flèche bleue) contenue dans l’image courante n pour prédire l’expression
faciale. A l’inverse, la sortie de notre méthode PCRF est la combinaison de plusieurs classi-
fications de transitions (flèches jaunes). Ces transitions sont évaluées sur des paires d’images
extraites à différents intervalles dans la séquence. Du point de vue de la RF, cela revient à
étendre la force de chaque arbre (en augmentant l’ensemble des descripteurs qui contient, dans
ce cas, des descripteurs statiques et dynamiques) tout en augmentant la décorrélation entre
les arbres, car les prédictions sont issues de paires échantillonnées à différents moments de la
séquence. Cette méthode est très flexible car elle est indépendante de la vitesse d’exécution de

Figure 5.1 – Clasiffication statique (bleu) et des transitions (vert)

chaque phase de la production émotionnelle (contrairement aux méthodes qui utilisent des des-
cripteurs spatio-temporels) et ne nécessite aucune cohérence temporelle dans la séquence, aussi
bien en apprentissage qu’en test (contrairement aux chaines de Markov cachées par exemple).
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De plus, nous proposons de conditionner le choix des arbres de décision par l’expression du
visage dans la première image de la paire. Ainsi la tâche assignée à chaque arbre est simplifiée,
puisqu’il est spécialisé dans la classification de la transition d’une classe spécifique vers toutes
les classes (y compris la même que celle de la première image, puisque la personne peut rester
ou retrouver la même expression après un certain laps de temps).

Plus formellement, si l’on considère des paires d’images (I ′, I), on apprend un arbre t, dont
l’objectif est de prédire la probabilité pt(c|I, I ′, c′) que le label de l’image I soit c, connaissant
la première image I ′ et son label associé c′. Chaque arbre n’encode pas l’évolution temporelle
de l’émotion mais une information différentielle entre des paires d’images. Ainsi, deux paires
d’images doivent appartenir à la même personne, mais pas forcément à la même vidéo. Cela per-
met, entre autre, de créer des paires d’images échantillonnées à partir de différentes séquences
pour couvrir toutes les transitions possibles et équilibrer les classes. Cette stratégie peut donc
également être utilisée pour "calibrer" le détecteur d’expression faciale en fonction d’une per-
sonne, si l’on dispose, par exemple, d’une image du visage de la personne sans expression.

Figure 5.2 – Exemple d’une collection d’arbres pour 3 classes d’expressions basiques. Les pro-
babilités de chaque classe d’expression estimées dans la première image de la paire, sont utilisées
pour sélectionner les arbres qui permettront de prédire la transition d’expression de l’image I ′
vers I

Les prédictions individuelles sont ensuite combinées de manière à obtenir pn(c) la probabilité
que le label c soit associé à l’image In de la vidéo. Dans le cas d’une RF statique (formulation
classique), cette probabilité est donnée par la moyenne des prédictions de chaque arbre :

pn(c) = 1
T

T∑
t=1

pt(c|In) (5.2)

Pour utiliser l’information spatio-temporelle, on applique un modèle RF sur des paires
d’images (Im, In) avec {Im}m=,n−N,...,n−1 les images précédentes de la vidéo. On calcule la
moyenne des prédictions au cours du temps, pour obtenir une nouvelle estimation de pn, qui
prenne en compte les observations précédentes jusqu’à l’image n. Ainsi, si nous n’avons pas
d’informations a priori sur ces images, la probabilité pn devient :

pn(c) = 1
NT

n−1∑
m=n−N

T∑
t=1

pt(c|In, Im) (5.3)
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Les modèles static et full dynamic feront respectivement référence aux équations (5.2) et (5.3)
dans la suite du document. Les arbres du model full dynamic sont potentiellement plus forts, car
ils sont appris à partir d’un ensemble de descripteurs étendu par rapport à celui du modèle static.
La prédiction à partir de paires d’images différentes, combinée à un ensemble de descripteurs
étendu, contribue à décorréler les prédictions des arbres, puisque chaque arbre dispose d’une
information plus variée que dans le cas statique. Toutefois les performances peuvent ne pas être
améliorées si la tâche à prédire est trop complexe (i.e. la variabilité de l’apparence des transitions
de n’importe quelle expression vers n’importe quelle expression est très forte).

Pour réduire cette variabilité, on considère qu’il existe une distribution de probabilité pm0 (c′)
d’observer le label d’expression c′ à l’image m. Ces probabilités peuvent être estimées à l’aide
d’un classifieur statique (c’est le cas par exemple de la première image de la vidéo) ou à l’aide
de prédictions dynamiques estimées dans les images précédentes de la vidéo. Dans ce cas, pour
l’image m, les arbres de prédiction sont échantillonnés par rapport à la distribution pm0 (c′). Pour
chaque image précédente m et chaque label d’expression c′, on sélectionne aléatoirement Nm(c′)
arbres à partir du modèle PCRF dédié aux transitions, dont l’expression de l’image initiale est
c′. Ainsi l’équation (5.3) devient :

pn(c) = 1
NT

n−1∑
m=n−N

∑
c′∈C

Nm(c′)∑
t=1

pt(c|In, Im, c′) (5.4)

avec Nm(c′) ≈ Tpm0 (c′) et T = ∑
c′∈C Nm(c′) le nombre d’arbres dédiés à la classification

de chaque transition, qui pourra être choisi en fonction des ressources disponibles. Le model
conditionnal fera référence à l’équation (5.4).

5.2.2 PCRF Multi-vues (MV-PCRF)

Dans le même esprit que le modèle PCRF, il est possible d’augmenter la robustesse aux
variations de pose en conditionnant le modèle par rapport à une estimation de la pose de la tête
ω(In) pour l’image n. Pour cela, nous quantifions l’espace des poses Ω en k = Γ × B classes
de poses {Ωi = Ωγi,βi}i=1,...,k définies respectivement par les angles de lacet (yaw) et tangage
(pitch). L’extension multi-vue du modèle statique (MVRF) s’écrit alors :

pn(c) = 1
T

∑
Ωi∈Ω

N (Ωi)∑
t=1

pt(c|In,Ωi) (5.5)

Il est, de plus, possible de combiner le modèle MVRF au modèle PCRF pour obtenir une
méthode de reconnaissance d’expressions faciales robuste aux variations de pose, et capable
d’intégrer l’information dynamique de la séquence :

pn(c) = 1
T

n−1∑
m=n−N

∑
Ωi∈Ω

∑
c′∈C

Nm(c′,Ωi)∑
t=1

pt(c|In, Im,Ωi, c
′) (5.6)

que nous appellerons le modèle multi-vue PCFR (MV-PCRF) dans la suite du document. La
méthode implique l’apprentissage de modèles spécifiques à une pose et une expression dans la
première image de la paire, symbolisés par les éléments du tenseur de la Figure 5.3. Afin que
chaque modèle soit appris avec suffisamment d’exemples, nous avons utilisé une base de données
de modèles 3D pour synthétiser l’apparence de visages avec des expressions et des poses variées.
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Figure 5.3 – Chaine de traitement de la méthode MVPCRF

5.2.3 Résultats expérimentaux

Pour valider la pertinence du modèle PCRF, nous l’avons comparé au modèle static et full
dynamic avec différents paramètres d’intégration dynamique (la longueur de la fenêtre tempo-
relle et le pas entre deux images successives) sur la base de données BU-4DFE. Nous avons
également évalué la pertinence d’utiliser une prédiction dynamique pour les images précédentes
de la séquence (i.e. les prédictions précédentes du modèle PCRF), plutôt que les prédictions
issues d’un classifieur statique. Nous avons reporté les performances dans la figure 5.4. Nous
pouvons remarquer que le modèle dynamique surpasse le modèle statique, grâce aux descrip-
teurs dynamiques qui apportent plus de robustesse et de décorrélation aux arbres individuels, et
que le conditionnement des arbres, en fonction de l’expression dans la première image de la paire
– en particulier à l’aide des prédictions dynamiques précédentes – augmente significativement
les performances. On peut également remarquer qu’il est préférable de remonter plus en amont
dans la séquence (N = 60) avec moins de corrélations entre les images (Step = 3 ou 6).

Figure 5.4 – Précisions moyennes obtenues pour différents paramètres d’intégration temporelle
sur la base BU-4DFE

La figure 5.5 illustre les précisions par classe de poses pour les 6 expressions. On remarque,
d’une part, que les performances du modèle RF s’effondrent dès que l’on s’éloigne d’une position
frontale, et que le modèle PCRF résiste mieux aux variations de pose. Et d’autre part, ce sont
les modèles multi-vues, et en particulier le modèle MVPCRF, qui supportent mieux ce type de
variations.

Pour les détails de conception et d’implémentation de la méthode, ainsi qu’une étude appro-
fondie des performances, le lecteur pourra se reporter à la thèse de Dapogny [35].
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Figure 5.5 – Précisions par classe de pose (moyenne pour toutes les expressions)

5.3 Forets aléatoires à sous-espaces locaux (LSRF)

Lors de l’apprentissage d’une RF traditionnelle, le sous-ensemble de descripteurs sélectionnés,
pour apprendre la fonction de séparation, est issu d’un tirage aléatoire uniforme sur l’ensemble
du visage (Random Subspace Random Forests, RS-RF). Il est donc assez naturel que les arbres
sélectionnent préférentiellement des descripteurs dans la zone de la bouche, puisqu’il s’agit d’une
partie très informative pour l’analyse émotionnelle (cf. Figure 5.6). En particulier, dans le cas

Figure 5.6 – Proportion par triangle de descripteurs sélectionnés dans le premier niveau des
arbres par une RF classique (RS-RF) et par notre méthode (LS-RF)

d’expressions faciales prototypiques, il est très facile de discriminer la joie, la tristesse ou encore
la surprise uniquement en observant les mouvements des lèvres. Pour autant, ce résultat est
préjudiciable du point de vue de la RF pour deux raisons. D’une part les sorties des arbres
risquent d’être fortement corrélées, diminuant ainsi les performances de la RF. D’autre part,
la robustesse aux occultations n’est pas assurée puisque, en cas d’occultation de la zone de la
bouche, les prédictions de la plupart des arbres de la RF seront fausses.

Afin d’obtenir une meilleure répartition des descripteurs sélectionnés, nous avons proposé
une nouvelle méthode, dont l’objectif est d’apprendre chaque arbre à partir d’un ensemble spa-
tialement contraint de descripteurs (cf. Figure 5.7(a,b)). Nous proposons d’exploiter ce modèle
dans une méthode d’analyse d’expressions faciales robuste aux occultations (e-g) en pondérant
les prédictions locales d’expression (c) par la probabilité d’occultation des différentes parties du
visage fournie par un ensemble de mémoires associatives (d). Nous montrons également comment
la représentation apprise par chaque arbre peut-être exploitée pour reconnaitre des AU (h).

5.3.1 Prédiction locale de l’expression

La prédiction locale s’effectue en deux temps. Dans un premier temps, des arbres de décision
sont entraînés à prédire l’émotion à partir d’un ensemble de descripteurs extraits dans une zone
délimitée par un masque de taille fixe, et dont la position a été définie aléatoirement sur le visage.
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Figure 5.7 – Principe général de la méthode proposée.

Dans un second temps, les prédictions de chaque arbre sont combinées de manière à obtenir une
prédiction associée à chaque triangle qui compose le modèle du visage.

Apprentissage des arbres Après avoir calculé une forme moyenne f̄ du visage et la surface
normalisée s(τ(f̄)) couverte par chaque triangle τ , on génère un masque Mt, en sélectionnant
aléatoirement un triangle τi, puis en ajoutant des triangles de son voisinage, jusqu’à obtenir
une surface supérieure à un hyper-paramètre R. Ce dernier représente la surface qui devra être
couverte par chaque masque, comme illustré sur la figure 5.8. Du point de vue de la RF, il permet
de trouver un compromis entre la force individuelle des arbres et leur niveau de corrélation. La

Figure 5.8 – Masques generés avec R = 0.1, 0.2 et 0.5 pour 1,2,3 et 4 arbres.

procédure d’apprentissage d’un arbre t est alors la même que pour une RF classique, à l’exception
du choix des descripteurs qui ne peuvent provenir que de la zone délimitée par le masque Mt.
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Predictions locales Tout comme une RF classique, la probabilité de chaque classe est obtenue
en calculant la moyenne des probabilités de chaque arbre :

p(c|I) = 1
T

T∑
i=1

pt(c|I) (5.7)

Mais dans le cas de l’approche LS-RF, les arbres ont capturé une information locale et il est alors
possible de ré-écrire l’équation (5.7) en fonction de probabilités définies pour chaque triangle :

p(c|I) = 1
T

∑
τ

Zτp(c|I, τ) (5.8)

avec p(c|I, τ) le vecteur de probabilité de la prédiction locale d’expression (Local Expression
Prediction, LEP) du triangle τ :

p(c|I, τ) = 1
Zτ

T∑
t=1

δ(τ ∈Mt)pt(c|I)
|Mt|

(5.9)

La fonction δ(τ ∈Mt) retourne 1 si le triangle τ appartient au masque Mt, et 0 sinon. |Mt| est
le nombre de fois que l’arbre t est utilisé dans l’équation (5.8), et le coefficient de normalisation
Zτ est la somme des prédictions pour toutes les classes d’expression c et tous les triangles τ . A
noter que le vecteur LEP p(c|I, τ) n’est pas issu d’une prédiction limitée au triangle τ , mais est
défini à partir de son voisinage, dont la taille dépend de l’hyperparametre R.

5.3.2 Prédiction des expressions robustes aux occultations

En forçant les arbres de décision à utiliser des descripteurs issus de zones restreintes et en
sélectionnant ces zones aléatoirement sur tout le visage, on améliore la robustesse, puisque une
occultation partielle du visage aura un impact limité aux seuls arbres appris à partir de cette
région. Nous proposons d’améliorer cette robustesse en détectant les zones occultées du visage à
l’aide de mémoires auto-associatives définies dans le voisinage de chaque point caractéristique.
Lorsque ce point est occulté, l’erreur de reconstruction est importante. Ainsi, nous pouvons
pondérer les prédictions locales d’expression en fonction d’un indice de confiance α(t) associé à
chaque triangle. Le modèle LS-RF pondéré (Weighted LS-RF) est défini par :

p(c|I) =
∑
τ α

(t)Zτp(c|I, τ)∑
τ α

(t)Zτ
(5.10)

La Figure 5.9 montre les variations de précision sur la base CK+ en fonction de l’hyperpa-
ramètre R, en cas d’occultation des yeux et de la bouche. Les performances d’un RF classique
chutent fortement lorsque la bouche est occultée (de 91, 5% à 25.4%), car ce modèle s’appuie es-
sentiellement sur les descripteurs issus de cette zone pour prédire l’expression faciale. En forçant
les arbres à être plus locaux (R = 0, 1 ou 0, 2), le modèle LS-RF résiste mieux aux occultations
de cette partie du visage. On observe également que, quelque soit le scénario, le modèle WLS-RF
donne de bien meilleurs résultats que les versions non pondérées sur les bases CK+ et BU-4DFE

Nous avons également comparé notre méthode à l’état de l’art en suivant le protocole défini
dans [170]. Les résultats reportés dans le tableau 5.1 montrent l’intérêt de notre méthode, en
particulier lorsque le visage est fortement occulté (R16 et R24, avec RS correspondant à un
masque de taille S × S placé aléatoirement dans l’image du visage de taille 64× 64).
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Figure 5.9 – Précision des modèle LS-RF et WLS-RF par rapport à RS-RF

Table 5.1 – Comparison du modèle WLS-RF par rapport à [170]
Protocole WLS-RF [170]

R8 92.2 92
R16 86.4 82
R24 74.8 62.5

Yeux occultés 87.9 88
Bouche occultée 72.7 30.3

5.3.3 Reconnaissance des AU

Notre modèle de prédiction locale d’expression a un deuxième intérêt : il peut être utilisé
comme représentation pour prédire des phénomènes expressifs plus locaux que les émotions
basiques, telles que les activations musculaires. L’intérêt pour prédire les AU est évident car
nous disposons de beaucoup plus de données annotées en émotions basiques qu’en AU. Ainsi, la
représentation peut être apprise sur un grand nombre de données, puis utilisée pour entrainer
des RF à détecter les AU.

Au chapitre précédent, nous avons montré l’intérêt d’apprendre à estimer conjointement plu-
sieurs AU, afin de prendre en compte les dépendances inter-AU. De manière similaire, nous avons
exploré des stratégies de prédiction multi-labels adaptées aux forêts aléatoires. En particulier,
les stratégies diffèrent sur deux aspects :

— Le choix de ou des AU associées à chaque arbre de décision

— Le choix de ou des AU utilisées pour apprendre la fonction de séparation de chaque nœud

Les résultats expérimentaux [32] ont montré que la stratégie qui donne les meilleurs résultats
consiste à construire des arbres qui prédisent simultanément toutes les AU, mais à ne choisir
aléatoirement qu’une seule AU pour apprendre la fonction de séparation de chaque nœud.

Le tableau 5.2 présente les résultats obtenus par notre méthode et deux autres approches de
l’état de l’art. Notre approche donne des résultats significativement meilleurs que ceux de Zhao
et al. [175] et légèrement supérieurs à [168], en particulier pour les AU les plus couramment
utilisées (AU1, AU6, AU12 and AU25).
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Table 5.2 – Comparaison de notre méthode de détection des AU par rapport à iCPM [168] et
DRML [175]

F1 AUC
AU méthode DRML [175] iCPM [168] méthode DRML [175]

proposée proposée
1 31.1 17.3 29.5 72.8 53.3
2 24.1 17.7 24.8 61.9 53.2
4 52.9 37.4 56.8 77.8 60.0
6 49.6 29.0 41.7 90.5 54.9
9 25.1 10.7 31.5 84.9 51.5
12 74.8 37.7 71.9 96.2 54.6
25 85.8 38.5 81.6 95.8 45.6
26 49.7 20.1 51.3 79.3 45.3

Moy. 49.1 26.7 48.6 82.4 52.3

5.4 Evaluation gloutonne des Forêts Neuronales

Les travaux présentés dans ce chapitre ont mis en avant l’intérêt des RF dans un contexte
d’analyse faciale. Toutefois, ces modèles présentent un inconvénient majeur : ils ne sont pas
différentiables. Ils n’offrent donc pas la même flexibilité que les réseaux de neurones pour l’ap-
prentissage en ligne et l’apprentissage de représentation. Nous avons alors proposé un modèle
hybride, qui s’appuie sur les Forêts Neuronales (Neural Forest, NF), et évalué ses performances
pour l’analyse de visages.

5.4.1 Principe général

Quel que soit la nature de la forêt de décision, la probabilité qu’un arbre de décision t associe
la classe c à un exemple xi peut s’écrire pt(c|xi) = ∑

l µ
l(xi)plt(c), avec plt(c) la prédiction associée

à chaque feuille l, et µl(xi) la probabilité d’atteindre le nœud l. Dans le cas d’une RF classique,
il n’y a qu’un seul coefficient non nul µl(xi), en fonction du chemin suivi par l’exemple xi dans
l’arbre. Formellement, pour chaque feuille l, il est possible de définir le chemin pour atteindre ce
nœud, par deux ensembles N left

l et N right
l de nœuds, suivant que la feuille l est respectivement

issue du sous-arbre de gauche ou de droite pour chaque nœud n. Le chemin dit "dur" (hard path)
jusqu’à la feuille l est défini par le produit de fonctions de Kronecker δn(xi) pour chaque nœud
n ∈ N right

l , et 1− δn(xi) pour chaque nœud n ∈ N left
l :

pt(c|xi) =
∑
l

∏
n∈N right

l

δn(xi)
∏

n∈N left
l

(1− δn(xi))plt(c) (5.11)

Les Forêts Neuronales (Neural Forest, NF) sont des modèles hybrides à l’interface des RF
et des réseaux de neurones [78]. Dans le cas d’une NF, le résultat de la fonction de séparation
n’est plus binaire (l’exemple est aiguillé vers le sous arbre de droite ou de gauche), mais continu
(l’exemple est aiguillé à gauche et à droite avec une probabilité paramétrée par une variable
de Bernouilli dn ∈ [0, 1]). En considérant l’espérance de chaque nœud n (qui correspond à un
nombre infini de réalisation pour l’arbre t), un exemple xi sera aiguillé à droite du nœud n, avec
une probabilité donnée par l’activation dn(xi), et à gauche avec la probabilité 1− dn(xi).

pt(c|xi) =
∑
l

∏
n∈N right

l

dn(xi)
∏

n∈N left
l

(1− dn(xi))plt(c) (5.12)
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L’activation dn(xi) du nœud n correspond à une fonction sigmoïde paramétrée par le vecteur
βn et le biais −θn :

dn(xi) = σ(
k∑
j=1

βnj xi,j − θn) (5.13)

Par rapport à la version originale des NF [78], nous avons proposé des adaptations de l’al-
gorithme, tant au niveau de la procédure d’évaluation (5.4.2), que celle d’apprentissage (5.4.3).
Nous avons, de plus, évalué la pertinence de cette approche, dans le cas d’un problème de
classification d’une part (reconnaissance des émotions, 5.4.4.1), et de régression d’autre part
(localisation de points caractéristiques 5.4.4.2).

5.4.2 Procédure d’évaluation gloutonne

Dans le cas où dn(xi) → δn(xi) dans l’équation (5.12), la NF devient une RF à fonction
de séparation oblique. Du point de vue de la NF, cela consiste à choisir le meilleur chemin à
travers l’arbre de manière gloutonne, nœud après nœud. Nous ferons alors référence à ce modèle
sous le terme de Greedy Neural Forest (GNF). Pour T arbres de profondeur D, la complexité
algorithmique pour évaluer un exemple x de dimension k avec une NF est T.k.(2D+1 − 1). Elle
est donc exponentielle par rapport à la profondeur des arbres. Dans le cas d’une GNF, seul le
"meilleur" chemin à travers chaque arbre est évalué. Ainsi la complexité est égale à T.k.D. Elle
est donc linéaire par rapport à D.

5.4.3 Algorithme efficace d’apprentissage

Kontschieder et al. [78] proposent une procédure d’optimisation en deux étapes. La propa-
gation d’un exemple d’apprentissage xi à travers les arbres fournit les valeurs des activations
dn(xi) et des probabilités µl(xi). L’erreur est ensuite récursivement rétro-propagée des feuilles
jusqu’à la racine. Après un certain nombre d’epochs 1, les probabilités contenues dans les feuilles
sont mises à jour à l’aide d’une procédure d’optimisation convexe. Cette mise à jour du contenu
des feuilles est toutefois coûteuse en temps, implique de nouveaux hyper-paramètres, et néces-
site l’utilisation de toutes les données d’apprentissage. Cette procédure ne peut donc pas être
effectuée en ligne.

Afin de répondre à ces limitations, nous avons proposé une procédure d’apprentissage alter-
native, qui s’appuie sur des feuilles dont le contenu reste fixe tout au long de l’apprentissage.
Dans un premier temps, nous initialisons aléatoirement les arbres (i.e. nous générons aléatoire-
ment des poids βnj et des seuils θn pour chaque nœud). Afin de maximiser le gain d’information
par rapport à l’attribution d’un label de classe, les feuilles doivent contenir des distributions
pures. On assigne alors des prédictions à chaque feuille, qui resteront inchangées tout au long
du processus d’apprentissage. Dans le cas d’un problème de classification, une classe est choisie
aléatoirement pour chaque nœud. Dans le cas d’une régression, la feuille est initialisée avec une
valeur tirée aléatoirement dans l’intervalle de valeurs défini par la vérité terrain. A noter que ce
tirage aléatoire peut suivre une distribution spécifique qui dépend de cette vérité terrain.

Ainsi, seuls les paramètres des fonctions de séparation sont mis à jour à chaque itération
de la descente de gradient stochastique. Ce schéma d’apprentissage n’est certes pas intuitif,
mais il permet une optimisation plus rapide et totalement en ligne, tout en réduisant le nombre
d’hyper-paramètres.

A noter que, en classification, la profondeur de l’arbre D doit être choisie en fonction du

1. une epoch correspond à itération de l’algorithme d’apprentissage sur l’ensemble de la base de données
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nombre de classes afin que chaque classe soit représentée au moins une fois dans chaque arbre.
Nous avons montré que choisir D en fonction de l’équation (5.14), nous assurait avec une pro-
babilité supérieure à 99% que cette condition soit respectée. Nous avons, de plus, montré [35]
que cette borne inférieure évolue logarithmiquement par rapport au nombre de classes :

D > D0 = 1
ln(2) ln( ln(1− (1− 0.99)1/C)

ln(1− 1/C) ) (5.14)

Nous avons également proposé une formule équivalente pour la régression [36].

De plus, l’apprentissage des arbres peut s’effectuer en parallèle (et sur des échantillons d’ap-
prentissage différents pour augmenter la décorrélation entre les arbres). A l’issue de l’appren-
tissage, la NF est convertie en GNF en convertissant les fonctions de séparation douces dn en
fonctions de séparation dures δn pour chaque nœud n. Les résultats expérimentaux ont donné
des performances similaires en terme de précision pour un temps de traitement bien inférieur.

5.4.4 Applications

5.4.4.1 GNF pour la reconnaissance des expressions

Nous avons, dans un premier temps, évalué les performances de notre modèle GNF pour
un problème de classification, la reconnaissance des expressions prototypiques. L’architecture
proposée combine, en entrée, des descripteurs géométriques (distances entre deux points carac-
téristiques normalisées par la distance inter-oculaire) et des descripteurs d’apparence issus d’un
réseau CNN multicouches. La première couche du réseau CNN est composée de 40 filtres 5× 5
appliqués à une image cadrée du visage de taille 48 × 48. On applique ensuite une étape de
sous-échantillonnage (max-pool 2 × 2) avant une seconde couche composée de 40 filtres 3 × 3.
Les sorties des deux couches sont concaténées et utilisées en entrée de la GNF.

Nous avons mené plusieurs évaluations qui ont abouti aux conclusions suivantes :

— Profondeur de l’arbre : l’influence de la profondeur de l’arbre n’est pas critique,
à condition qu’elle soit supérieure à 4, afin que toutes les classes soient correctement
représentées dans chaque arbre (les résultats sont donc en accord avec l’équation (5.14)).

— Comparaison à une RF classique : pour un nombre équivalent d’arbres, la GNF ob-
tient des résultats très légèrement supérieurs à ceux de la RF. Ce résultat est d’autant plus
encourageant que les autres méthodes d’apprentissage en ligne de RF [81, 120] aboutissent
généralement à des modèles moins performants que la version originale.

— Procédure d’évaluation gloutonne : la précision des GNF est équivalente (voire légè-
rement meilleure) que celle obtenue avec une NF pour des temps de traitement largement
inférieurs (d’un facteur 30 environ). Cela peut s’expliquer par une augmentation de la dé-
corrélation des arbres, qui compense les pertes liées à la procédure d’évaluation gloutonne.

— Apprentissage de la représentation : les résultats obtenus à partir d’une combinaison
de descripteurs géométriques et de descripteurs d’apparence appris sont bien meilleurs que
ceux obtenus à partir de descripteurs géométriques seuls. Les résultats sont également
meilleurs qu’avec une RF combinant descripteurs géométriques et HOG.

Pour finir, nous présentons dans le tableau 5.3 une comparaison de notre méthode par rapport
à l’état de l’art sur 3 bases de données de difficulté croissante.
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Table 5.3 – Résultats obtenus par notre méthode (précision) sur 3 bases de données et compa-
raison avec l’état de l’art. † : La prédiction est considérée comme valide si la vérité terrain correspond à l’une des
deux prédictions les plus probables.

CK+ BU-4DFE FEED
features NF GNF NF GNF NF GNF
geo 87.3 87.3 71.6 71.8 46.6 47.9
geo+CNN 92.2 92.2 74.0 74.0 51.8 52.0
LBP/SVM [129] 88.9 - -
RF/SVM [97] - 73.1† 53.7†

MRF/DBN [115] 90.1 - -
geo+HOG/RF 91.1 72.8 50.3

5.4.4.2 GNF pour la localisation de points caractéristiques

Nous avons proposé un méthode de localisation de points caractéristiques, qui s’appuie sur
le modèle GNF présenté précédemment. Cette méthode, illustrée dans la figure 5.10, se compose
principalement de deux cascades de régression. La première consiste à estimer les paramètres
p d’un modèle de forme de type Point Distribution Model [27] . La seconde cascade affine la
position du modèle en prédisant directement les déplacements δs de chaque point dans l’image.
Pour chaque étape des deux cascades, les déplacements sont prédits à l’aide d’une GNF. Cette
forêt reçoit en entrée une concaténation de descripteurs SIFT extraits dans le voisinage des
positions courantes des points du modèle et dont la taille est réduite, à l’aide d’une couche de
neurones totalement connectés.

Figure 5.10 – Illustration de la méthode d’alignement de points caractéristiques proposée

Le tableau 5.4 montre que notre méthode obtient de meilleurs résultats que l’état de l’art
sur les 3 bases de données les plus couramment utilisées pour cette tâche. De plus, la procédure
d’évaluation gloutonne permet à cette méthode de s’exécuter largement en temps réel sur un
simple cœur Intel I5. Pour finir, il est intéressant de noter un dernier intérêt à utiliser une
méthode d’ensemble : il est possible d’estimer une confiance associée à la prédiction. Ce point
est crucial, puisqu’il permet d’identifier lorsque le modèle dégénère pendant le tracking, afin
de relancer une procédure de détection. Pour ce faire, il suffit de définir un score en calculant
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une moyenne des prédictions de chaque arbre. L’écart type de ces prédictions donne alors une
indication sur la difficulté rencontrée par la GNF, à prédire le déplacement des points, et peut
ainsi être utilisé comme score d’alignement.

Table 5.4 – Comparaison par rapport à l’état de l’art en terme d’erreur moyenne normalisée
LFPW HELEN IBUG

Notre méthode 51 pts 68 pts 51 pts 68 pts 51 pts 68 pts
SDM [159] 4.47 5.67 4.25 5.50 - 15.40
RCPR [19] 5.48 6.56 4.64 5.93 - 17.26
IFA [7] 6.12 - 5.86 - - -
DRMF [6] 4.40 5.80 4.60 5.80 - 19.79
CFAN [169] - 5.44 - 5.53 - -
L21-Cascade [94] 3.80 - 4.1 - 16.3 -
GN-DPM [141] 4.43 5.92 4.06 5.69 - -
PO-CR [140] 4.08 - 3.90 - - -
CSP-dGNDF 3.76 4.84 3.87 5.16 10.45 12.74

5.5 Conclusion

Les travaux présentés dans ce chapitre ont montré l’intérêt des méthodes d’ensemble de type
RF pour l’analyse faciale. En particulier, les derniers travaux portant sur les Forêts Neuronales
ouvrent des perspectives intéressantes, combinant les forces des RF et des réseaux neuronaux.
Toutefois, l’architecture proposée reste relativement simple et de nombreuses améliorations mé-
riteraient d’être explorées. Par exemple, les descripteurs d’apparence utilisés (HOG et CNN)
pourraient également être remplacés par une structure arborescente dans laquelle chaque fonc-
tion de séparation pourrait être vue comme un motif discriminant. Un chemin particulier dans
cet arbre correspondrait alors à une combinaison particulière de ces motifs. Par ailleurs, l’uti-
lisation de feuilles fixes tout au long de l’apprentissage assure de la stabilité dans le processus
d’apprentissage, mais apporte également de la rigidité. De nouvelles stratégies d’initialisation
ou de mise à jour des feuilles pourraient être évaluées. Pour finir, nous pourrions exploiter la
nature différentiable du modèle GNF pour calibrer les prédictions par rapport à un individu ou
un contexte particulier.
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Chapitre 6

Applications

Ce chapitre présente les principaux résultats obtenus dans le cadre de deux projets col-
laboratifs auxquels j’ai participé : le projet ANR Contint JEMImE (2013–2018), en tant que
coordinateur, et le projet Labex SMART Sense, au travers du co-encadrement avec C. Clavel et
G. Richard de la thèse de T. Janssoone (2014–2018).

6.1 Le projet JEMImE

JEMImE (Jeu Educatif Multimodal Imitation Emotionnelle, http://jemime.isir.upmc.fr) est
un projet financé par l’ANR et coordonné par l’Institut des Systèmes Intelligents et de Robo-
tique (ISIR, Sorbonne Université). Il associe l’entreprise Genious Healthcare, ainsi que l’équipe
Cognition – Behaviour – Technologie (CoBTek, Université de Nice) et le Laboratoire d’InfoRma-
tique en Image et Systèmes d’information (LIRIS, Ecole Centrale de Lyon). L’objectif du projet
était de concevoir un "jeu sérieux" (serious game) pour apprendre à des enfants avec autisme à
produire des expressions faciales adaptées à un contexte social donné. La figure 6.1 en illustre
le principe général.
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Figure 6.1 – Principe général du projet JEMImE

Dans un premier temps, nous avons dû collecter et annoter une grande base de données
d’enfants typiques et d’enfants présentant des troubles du spectre autistique (TSA). L’objectif de
cette base de données était double : d’une part, entrainer les algorithmes d’analyse automatique
des expressions faciales que nous avons présentés précédemment (cf. chapitre 5), et d’autre part,
mener des études cliniques "assistées par ordinateur".

Une fois appris, le modèle prédictif est intégré dans le jeu sérieux, pour analyser en temps réel
les productions émotionnelles, et fournir un retour d’information (feedback) pour l’enfant (qui
apprend à se corriger) et pour le jeu (qui enregistre les performances et valide ou non l’exercice
en cours).
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6.1.1 La base de données JEMImE

La base de données JEMImE contient au total 193 enfants volontaires âgés de 6 à 11 ans
dont 157 sont des enfants typiques et 36 sont des enfants TSA. Plusieurs modalités ont été
enregistrées : le visage de l’enfant avec un capteur 2D et 3D ainsi que sa voix. Chaque enfant
devait produire 4 expressions faciales : neutre, joie, colère et tristesse au cours de deux tâches :
— La production émotionnelle sur demande : l’écran en face de l’enfant affiche explicitement

l’émotion que l’enfant doit produire.
— L’imitation : on présente à l’enfant un avatar produisant l’émotion désirée et on demande

ensuite à l’enfant de l’imiter.
Chaque expression faciale est produite 6 fois par l’enfant, 2 fois pour la tâche sur demande et
4 fois pour l’imitation de l’avatar (soit avec la modalité audiovisuelle ou visuelle seule et avec
un avatar de chaque genre). Le genre de l’avatar et le type de tâche et la modalité sont choisis
aléatoirement pour éviter un biais d’apprentissage. Ainsi, la base contient au total plus de 4600
vidéos de 3 secondes en moyenne.

L’objectif du jeu étant d’évaluer si la production émotionnelle de l’enfant est en adéquation
avec le contexte social, l’objectif du module d’analyse d’expressions faciales n’est pas uniquement
de reconnaitre l’expressions, mais d’évaluer sa crédibilité. Ainsi, 3 juges ont annoté, à l’aveugle,
les vidéos en terme de qualité d’expression. Cette qualité est mesurée sur une échelle continue,
de 0 à 10 : 0 correspond à une expression non reconnue, 5 à une expression reconnue mais pas
crédible, et 10, à une émotion reconnue et crédible.

6.1.2 Quelques résultats cliniques

Etude statistique de la base de données : les premiers résultats de l’étude clinique pro-
viennent d’une analyse multivariée des annotations des enfants typiques [57]. En particulier,
cette analyse a révélé que (1) la qualité des productions émotionnelles augmentait avec l’âge de
l’enfant, (2) les émotions positives sont plus faciles à produire que les émotions négatives, (3)
La qualité des émotions produites sur demande est meilleure que celle obtenue par imitation, et
(4) les enfants de Nice réussissent mieux à produire des émotions de qualité que les enfants de
Paris, ce qui laisse supposer une influence régionale sur la qualité de la production émotionnelle.
Cette première étude a donc montré que la production des expressions faciales était un processus
développemental complexe, influencé par plusieurs facteurs.

Analyse des descripteurs pertinents : dans une seconde étude, dont l’ensemble des résultats
sont disponibles dans [? ], nous avons cherché à identifier les descripteurs permettant aux ma-
chines de reconnaitre et d’estimer la qualité des différentes expressions faciales. La figure 6.2
illustre un exemple de visualisation permis par cette méthode dans le cas d’une tâche de recon-
naissance des expressions faciales produites par des enfants typiques. Par exemple, l’expression
de la joie se caractérise principalement par des distances et des angles extraits dans la zone
de la bouche, ainsi que par des HOG extraits sur les joues. La colère est plus particulièrement
caractérisée par des descripteurs géométriques extraits autour de la région œil / sourcil, ainsi
que des informations de texture aux commissures des yeux et dans la zone inter-oculaire (qui
correspondent respectivement au plissement des yeux et au froncement des sourcils). La recon-
naissance de la tristesse repose principalement sur une information géométrique du coin de la
bouche (abaissement des coins externes des lèvres), ainsi que sur des descripteurs d’apparence
dans la région des yeux. Ce type de visualisation ouvre des perspectives intéressantes pour com-
prendre le processus de production des expressions faciales et étudier les singularités des enfants
TSA.
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Figure 6.2 – Visualisation des descripteurs pertinents pour reconnaitre les expressions faciales
d’enfants typiques

6.1.3 Le jeu sérieux

La preuve de concept du jeu sérieux, qui a été développée dans le cadre du projet JEMImE,
intègre les méthodes présentées au chapitre 5. Ce jeu se décompose en 2 phases. La première, dite
d’entrainement, apprend à l’enfant à produire l’expression faciale par imitation (figure 6.3a) et
sur demande (figure 6.3b). L"enfant a un retour visuel de l’émotion produite sous forme de jauges
de couleurs correspondant aux différentes expressions analysées figure (6.3c). L’enfant valide
l’exercice s’il parvient à produire les expressions attendues avec un certain taux de réussite.

(a) (b) (c)
Figure 6.3 – Illustration de la phase d’apprentissage

Dans la seconde phase, dite de jeu, l’enfant est immergé dans un monde virtuel. Il peut
se déplacer librement et interagir avec les éléments de l’environnement (6.4a). Dans ce monde,
l’enfant est confronté à des situations d’interaction sociale, et il doit mettre en pratique ce qu’il
a appris lors de la première phase. Par exemple, dans le scénario présenté dans la figure 6.4, des
personnages virtuels qui jouent au ballon, lui demandent s’il souhaite se joindre à eux (6.4b).
Soit le personnage virtuel lui tend le ballon (6.4c) et l’enfant doit alors produire une expression
de joie, soit il lui explique que le ballon n’est pas pour lui (6.4d). Dans le deuxième cas, l’enfant
pourra produire une expression de colère ou de tristesse pour valider le scénario. Si l’émotion
attendue est correctement produite, l’enfant reçoit alors une récompense et dans tous les cas il
peut reprendre son exploration du monde.

6.2 Le projet SMART SeNSE

SeNSE (Socio Emotional Signals, http://sense.isir.upmc.fr/) est un projet de recherche fi-
nancé par le Labex SMART. Il s’intéresse aux signaux sociaux émotionnels échangés lors d’une
interaction et couvre l’intégralité de la chaîne de traitement, allant de la capture des signaux
(vidéo, audio, neurophysiologiques) jusqu’à leur exploitation (agent virtuel, interaction musicale,
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(a) (b) (c) (d)
Figure 6.4 – Illustration de la phase de jeu en immersion dans le monde virtuel

groupe de personnes).

Plus spécifiquement, la dynamique des signaux sociaux contient une information importante
pour l’expression de différents états affectifs. Keltner [74] illustre l’importance de cette dyna-
mique avec l’exemple du sourire : un sourire long montre de l’amusement là où un regard fuyant
suivi d’un sourire contrôlé peut signifier de l’embarras. Dans le cadre de la thèse de Thomas Jans-
soone, nous avons proposé une méthode de fouille de séquence (sequence mining) dont l’objectif
est d’extraire, à partir d’un corpus d’étude, des règles d’association temporelles caractéristiques
de l’expression d’une attitude sociale et d’utiliser ces règles pour contrôler le comportement
d’un agent virtuel. La chaine de traitement intitulée Smart (Social Multimodal Association with
Timing) est illustrée dans la figure 6.5.

Figure 6.5 – Schéma de fonctionnement de SMART

Ces travaux ont donné lieu à plusieurs contributions :

La constitution d’un corpus d’analyse multimodal : ce corpus est constitué des allocutions du
président Obama pour Thanksgiving et Pâques entre 2009 et 2015. Ces allocutions ont l’avantage
d’être filmées de face (pour faciliter l’extraction automatique des signaux), avec une bonne
qualité d’image, et présentent des attitudes variées. Des séquences courtes (environ 15s) ont
ensuite été annotées indépendamment et aléatoirement, afin d’observer l’évolution des attitudes
sur des pas de temps relativement fins [4].

Une méthode d’analyse bout-en-bout : une originalité forte de ce projet consiste à travailler
directement à partir des données multimédia brutes, dont les signaux sociaux sont extraits
automatiquement. En particulier, nous avons extrait des informations prosodiques, ainsi que
des expressions faciales. Ces dernières sont des AU extraites à partir de la méthode présentée
dans le chapitre 4. Cela constitue un défi par rapport aux approches de l’état de l’art, qui
utilisent des informations sémantiques de plus haut niveau et annotées manuellement. Mais en
contrepartie, une approche totalement automatique permet d’envisager une étude de corpus à
plus grande échelle. En sortie de notre chaine de traitement, nous obtenons des fichiers BML
(Behavior Markup Language) et SSML (Speech Synthesis Markup Language) permettant de
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contrôler l’agent virtuel, et qui dépendent directement des règles que nous avons apprises à
partir du corpus d’étude.

Une méthode d’extraction automatique des règles : inspirée de la méthode TITARL [60]
(Temporal Interval Tree Association Rule Learning), cette méthode permet d’apprendre des
règles d’associations temporelles, i.e. de trouver des associations entre différents signaux sociaux
(par exemple, une attitude amicale se caractérise par des sourires et une intonation de voix
variée), mais également une information sur la temporalité de ces signaux (durées et écarts
temporels).

Des études perceptives ont validé l’approche proposée, et ont montré qu’il était donc possible
de trouver de manière automatique, des associations temporelles entre des signaux sous forme
de règles, et de les adapter pour synthétiser le comportement d’agents virtuels.
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Chapitre 7

Conclusion et perspectives

Dans ce manuscrit nous avons présenté nos principales contributions dans le domaine de
l’apprentissage automatique et de la vision par ordinateur appliqués à l’analyse automatique
des expressions faciales. Nous pouvons les résumer par les trois points suivants.

Machine à Vecteur Support (SVM) Multi-Noyaux pour la combinaison de descripteurs hé-
térogènes : dans le cadre de la thèse de Thibaud Sénéchal, nous avons cherché à améliorer la
robustesse des systèmes de détection d’Action Units (micro-mouvements du visage liés à une ac-
tivation musculaire) en combinant, via une SVM multi-noyaux, des histogrammes de LGBP (Lo-
cal Gabor Binary Pattern) extraits à différentes orientations et différentes fréquences spatiales.
Cette représentation améliore la robustesse du système aux changements d’illumination. Nous
avons également proposé une nouvelle fonction noyau, la fonction HDI, adaptée aux différences
d’histogrammes qui permet d’améliorer la robustesse à l’identité. La sélection de descripteurs
hétérogènes par SVM Multi-noyaux, combinée à un processus de type cascade attentionnelle, a
également été proposée pour l’alignement d’un modèle déformable et la localisation de points
caractéristiques du visage (thèse de Vincent Rapp).

Hard Multi-Task Metric Learning for Kernel Regression : dans le domaine de l’apprentis-
sage supervisé en général et dans le domaine de l’analyse des expressions faciales en particulier,
l’étape d’acquisition et d’annotation des données d’apprentissage est fastidieuse et peut néces-
siter des compétences spécifiques comme c’est le cas par exemple pour annoter les Action Units
(il existe très peu d’experts certifiés). Ainsi, les risques de sur-apprentissage sont élevés car le
nombre de données d’apprentissage est très faible au regard de la difficulté de la tâche. Pour
répondre à ce problème, nous avons proposé dans le cadre de la thèse de Jérémie Nicolle une nou-
velle méthode d’apprentissage appelée Hard Multi-Task Metric Learning for Kernel Regression
(H-MT-MLKR). Cette méthode introduit notamment une nouvelle formulation de la régulari-
sation multi-tâche qui réduit le nombre de paramètres du modèle à estimer (et donc les risques
sur-apprentissage) sans réduire sa complexité. Cette méthode d’apprentissage a également été
appliquée avec succès dans une tâche d’alignement d’un modèle déformable.

Forêts aléatoires pour l’analyse dynamique et robuste : dans le cadre du projet ANR JE-
MImE que j’ai coordonné (2013-2018) et de la thèse d’Arnaud Dapogny, nous avons conçu des
méthodes d’analyse émotionnelle (joie, colère, tristesse, peur. . . ). Nous avons proposé une nou-
velle méthode d’apprentissage par paires d’images qui s’appuie sur des Forêts Aléatoires Condi-
tionnelles afin d’exploiter d’une part l’information temporelle de la séquence vidéo et d’autre
part d’améliorer la robustesse aux variations de pose du visage. Cette méthode fonctionne en
temps réel et a pu être intégrée dans le démonstrateur du projet ANR JEMImE. Nous avons
également proposé une méthode d’apprentissage des forêts aléatoires qui privilégie des représen-
tations spatialement localisées dans l’image. Combinée à des mémoires auto-associatives, cette
méthode permet d’analyser des visages partiellement occultés.
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Perspectives

Durant ces 7 années de recherche à l’ISIR, nous nous sommes donc attelés à lever les verrous
permettant d’obtenir des méthodes d’analyse faciale, qui soient fonctionnelles en dehors du
simple cadre académique. En particulier les travaux, entrepris à l’occasion du projet JEMImE,
sont un pas dans cette direction. Pour autant le chemin est encore long avant que les systèmes
automatiques atteignent la finesse d’analyse des humains dans des environnements complexes.
Pour améliorer les systèmes existants, nous souhaitons avancer dans les prochaines années suivant
les trois axes complémentaires présentés ci-après.

Analyse de données subtiles et non prototypiques : il est très difficile d’analyser des émotions
subtiles car les bases de données de la littérature présentent souvent des émotions posées, stan-
dardisées et de forte intensité. De plus, les variations interpersonnelles sont importantes, ce qui
rend la tâche d’annotation et de prédiction délicate. La réponse à cette problématique se trouve
certainement à la fois dans les données qui devront être collectées, et dans les algorithmes qui de-
vront être à même d’intégrer une manière d’étalonner les prédictions pour chaque individu. Une
collaboration que nous avons initiée avec le service de pneumologie et réanimation de l’hôpital
Pitié-Salpêtrière et l’UMRS 1158 Inserm-SU à laquelle ce service est associé, est une illustration
de ce type de recherche. Le projet vise à caractériser la souffrance respiratoire (dyspnée) de
patients placés dans l’incapacité d’en faire part verbalement à leurs soignants, par analyse des
expressions faciales. Une base de données est déjà disponible, consistant en une trentaine de films
enregistrés au cours, soit d’inductions expérimentales de dyspnée en laboratoire chez des sujets
sains, soit de situations de dyspnée clinique chez des patients placés sous assistance respiratoire
en réanimation. Ces films sont couplés aux enregistrements physiologiques correspondants et ont
été annotés en AU par 3 experts certifiés FACS. Le défi ici sera donc d’identifier et de quantifier
l’intensité de la dyspnée pour un sujet dans un environnement complexe avec, par exemple,
une occultation d’une partie du visage par le respirateur artificiel. Une calibration est de plus
envisageable car le système s’adresse à des personnes qui sont filmées sur une longue période
(personnes généralement hospitalisées). D’autres enregistrements seront effectués au cours du
projet, mais il est certain que nous ne pourrons toutefois pas tout attendre des données et espé-
rer que n’importe quel modèle puisse capturer des informations émotionnelles subtiles, tout en
étant robustes à de nombreuses sources de variations. La conception de l’architecture du modèle
et de sa stratégie d’apprentissage seront donc déterminants.

Architecture des modèles : Les réseaux de neurones profonds et les forêts aléatoires consti-
tuent deux catégories de modèles d’apprentissage puissants qui ont connu de nombreux succès
applicatifs ces dernières années. Les paradigmes qui sous-tendent ces modèles sont toutefois as-
sez différents : les réseaux de neurones cherchent à apprendre une représentation hiérarchique
au travers de projections non linéaires successives. La nature différentiable de ce modèle permet
un apprentissage conjoint et de bout-en-bout de l’espace de représentation et de la fonction
de prédiction. Les réseaux de neurones présentent cependant deux inconvénients majeurs : les
temps de prédiction peuvent être longs, en particulier lors de l’évaluation des couches complè-
tement connectées, et les réseaux sont très sensibles au sur-apprentissage lorsque le nombre de
données est faible au regard de la tâche à prédire. A l’inverse, les arbres des forêts aléatoires
apprennent un partitionnement hiérarchique de l’espace de représentation. Cette stratégie est
particulièrement souhaitable lorsque les données sont morcelées dans l’espace de représentation
(configuration fréquente pour des données issues d’environnements non contraints). Et les temps
de traitement des forêts aléatoires sont réduits car seule une faible portion de la forêt est explorée
à chaque prédiction. De plus, la combinaison des prédictions des modèles appris sur des échan-
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tillons de données différents, limite les risques de sur-apprentissage. Notre objectif scientifique
dans les années à venir est donc de proposer des architectures hybrides, qui combinent les avan-
tages des deux approches, tout en atténuant leurs limitations respectives. Les premiers résultats
sur les Greedy Neural Forests, présentés dans la section 5.4, ont montré la pertinence de ce type
d’architecture, mais les possibilités sont nombreuses et seront explorées dans les années à venir
au travers de la thèse d’Estephe Arnaud et du projet ANR JCJC Facil (Face Interpretation with
deep and ensemble Learning) que je coordonne (2017-2021).

Stratégie d’apprentissage : compte tenu de la complexité des modèles actuels, l’un des en-
jeux majeurs est de concevoir des stratégies d’apprentissage qui limitent les risques de sur-
apprentissage. Un moyen d’y parvenir consiste à utiliser au maximum l’information dont on
dispose. Les architectures totalement différentiables, telles que les réseaux de neurones et les
forêts de décisions neuronales, offrent une souplesse d’utilisation permettant la conception d’ar-
chitectures modulaires. Nous pouvons ainsi imaginer d’exploiter des données faiblement anno-
tées, ou annotées pour d’autres tâches via des formulations multitâches, ou des architectures
spécifiques permettant d’intégrer des objectifs intermédiaires dans le réseau. Dans le cas de la
reconnaissance des AU, la reconnaissance d’émotions prototypiques (joie, colère...) pourrait, par
exemple, servir d’objectif intermédiaire pour améliorer l’espace de représentation des données, et
permettrait ainsi d’exploiter les bases de données d’émotions, qui sont plus nombreuses et plus
faciles à annoter que les bases d’AU. Ce schéma d’apprentissage reprend l’idée que nous avons
exposée dans la section 5.3, mais, appliqué à un modèle neuronal, il permet un apprentissage
bout-en-bout du modèle. Nous souhaitons également tester d’autres stratégies d’apprentissage
combinant les forces de l’apprentissage profond et des méthodes d’ensemble. Les travaux préli-
minaires que nous menons dans la thèse d’Estèphe Arnaud, montrent que la substitution d’une
couche de perceptrons totalement connectée par un comité de perceptrons multicouches indé-
pendants améliore sensiblement les résultats, tout en conservant la flexibilité des architectures
profondes. De plus, les résultats peuvent-être améliorés en apprenant à pondérer les contribu-
tions de chaque prédicteur conditionnellement à l’entrée, ce qui permet de spécialiser certaines
parties du réseau à un type de données (une certaine orientation du visage par exemple). Dans
une perspective à plus long terme, nous pouvons envisager d’apprendre conjointement les pa-
ramètres du modèle et son architecture en faisant, par exemple, croître les arbres neuronaux à
la manière des arbres de décision, ou en apprenant des structures conditionnelles à partir d’ar-
chitectures performantes qui existent et qui ont déjà été entrainées, mais qui sont souvent très
lourdes (Inception ou ResNet, par exemple).
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