
�>���G �A�/�, �i�2�H�@�y�k�N�8�9�R�j�9

�?�i�i�T�b�,�f�f�i�2�H�X���`�+�?�B�p�2�b�@�Q�m�p�2�`�i�2�b�X�7�`�f�i�2�H�@�y�k�N�8�9�R�j�9

�a�m�#�K�B�i�i�2�/ �Q�M �j�y �a�2�T �k�y�k�y

�>���G �B�b �� �K�m�H�i�B�@�/�B�b�+�B�T�H�B�M���`�v �Q�T�2�M ���+�+�2�b�b
���`�+�?�B�p�2 �7�Q�` �i�?�2 �/�2�T�Q�b�B�i ���M�/ �/�B�b�b�2�K�B�M���i�B�Q�M �Q�7 �b�+�B�@
�2�M�i�B�}�+ �`�2�b�2���`�+�? �/�Q�+�m�K�2�M�i�b�- �r�?�2�i�?�2�` �i�?�2�v ���`�2 �T�m�#�@
�H�B�b�?�2�/ �Q�` �M�Q�i�X �h�?�2 �/�Q�+�m�K�2�M�i�b �K���v �+�Q�K�2 �7�`�Q�K
�i�2���+�?�B�M�; ���M�/ �`�2�b�2���`�+�? �B�M�b�i�B�i�m�i�B�Q�M�b �B�M �6�`���M�+�2 �Q�`
���#�`�Q���/�- �Q�` �7�`�Q�K �T�m�#�H�B�+ �Q�` �T�`�B�p���i�2 �`�2�b�2���`�+�? �+�2�M�i�2�`�b�X

�G�ö���`�+�?�B�p�2 �Q�m�p�2�`�i�2 �T�H�m�`�B�/�B�b�+�B�T�H�B�M���B�`�2�>���G�- �2�b�i
�/�2�b�i�B�M�û�2 ���m �/�û�T�¬�i �2�i �¨ �H�� �/�B�z�m�b�B�Q�M �/�2 �/�Q�+�m�K�2�M�i�b
�b�+�B�2�M�i�B�}�[�m�2�b �/�2 �M�B�p�2���m �`�2�+�?�2�`�+�?�2�- �T�m�#�H�B�û�b �Q�m �M�Q�M�-
�û�K���M���M�i �/�2�b �û�i���#�H�B�b�b�2�K�2�M�i�b �/�ö�2�M�b�2�B�;�M�2�K�2�M�i �2�i �/�2
�`�2�+�?�2�`�+�?�2 �7�`���M�Ï���B�b �Q�m �û�i�`���M�;�2�`�b�- �/�2�b �H���#�Q�`���i�Q�B�`�2�b
�T�m�#�H�B�+�b �Q�m �T�`�B�p�û�b�X

���T�T�`�2�M�i�B�b�b���;�2 �b�û�[�m�2�M�i�B�2�H �#�m�/�;�û�i�B�b�û �T�Q�m�` �H�� �+�H���b�b�B�}�+���i�B�Q�M
�2�t�i�`���K�2 �2�i �H�� �/�û�+�Q�m�p�2�`�i�2 �/�2 �?�B�û�`���`�+�?�B�2 �2�M ���T�T�`�2�M�i�B�b�b���;�2

�T���` �`�2�M�7�Q�`�+�2�K�2�M�i
���m�`�û�H�B�� �G�û�Q�M

�h�Q �+�B�i�2 �i�?�B�b �p�2�`�b�B�Q�M�,

���m�`�û�H�B�� �G�û�Q�M�X ���T�T�`�2�M�i�B�b�b���;�2 �b�û�[�m�2�M�i�B�2�H �#�m�/�;�û�i�B�b�û �T�Q�m�` �H�� �+�H���b�b�B�}�+���i�B�Q�M �2�t�i�`���K�2 �2�i �H�� �/�û�+�Q�m�p�2�`�i�2 �/�2
�?�B�û�`���`�+�?�B�2 �2�M ���T�T�`�2�M�i�B�b�b���;�2 �T���` �`�2�M�7�Q�`�+�2�K�2�M�i�X �A�M�i�2�H�H�B�;�2�M�+�2 ���`�i�B�}�+�B�2�H�H�2 �(�+�b�X���A�)�X �a�Q�`�#�Q�M�M�2 �l�M�B�p�2�`�b�B�i�û�-
�k�y�R�N�X �6�`���M�Ï���B�b�X ���L�L�h �, �k�y�R�N�a�P�_�l�a�k�k�e���X ���i�2�H�@�y�k�N�8�9�R�j�9��

https://tel.archives-ouvertes.fr/tel-02954134
https://hal.archives-ouvertes.fr


Apprentissage séquentiel budgétisé pour la

classi�cation extrême et la découverte de

hiérarchie en apprentissage par

renforcement.

Aurélia Léon

thèse soutenue le 10 mai 2019









Résumé

Cette thèse s'intéresse à la notion de budget pour étudier des problèmes de

complexité (complexité en calculs, tâche complexe pour un agent, ou com-

plexité due à une faible quantité de données). En effet, l'objectif principal des

techniques actuelles en apprentissage statistique est généralement d'obtenir

les meilleures performances possibles, sans se soucier du coût de la tâche.

La notion de budget permet de prendre en compte ce paramètre tout en

conservant de bonnes performances.

Nous nous concentrons d'abord sur des problèmes de classi�cation en grand

nombre de classes : la complexité en calcul des algorithmes peut être réduite

grâce à l'utilisation d'arbres de décision (ici appris grâce à des techniques

d'apprentissage par renforcement budgétisées) ou à l'association de chaque

classe à un code (binaire). Nous nous intéressons ensuite aux problèmes

d'apprentissage par renforcement et à la découverte d'une hiérarchie qui

décompose une tâche en plusieurs tâches plus simples, a�n de faciliter l'ap-

prentissage et la généralisation. Cette découverte se fait ici en réduisant

l'effort cognitif de l'agent (considéré dans ce travail comme équivalent à la

récupération et à l'utilisation d'une observation supplémentaire). En�n, nous

abordons des problèmes de compréhension et de génération d'instructions

en langage naturel, où les données sont disponibles en faible quantité : nous

testons dans ce but l'utilisation jointe d'un agent qui comprend et d'un agent

qui génère les instructions.
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1Introduction

1.1 Motivations

Les techniques d'apprentissage statistique sont aujourd'hui utilisées pour un

grand nombre de tâches, et obtiennent en particulier de très bons résultats en

vision (classi�cation d'images, reconnaissance d'objets, ... ) et en traduction.

L'objectif principal est d'obtenir les meilleures performances possibles sur

la tâche dé�nie, sans forcément se soucier de lacomplexitéen temps et/ou

en calcul. La complexité peut également concerner la quantité de données

nécessaires pour l'apprentissage. La prise en compte de cette complexité est

pourtant cruciale : un algorithme qui donnerait de bons résultats tout en

prenant des jours à les fournir pourra être moins utile qu'un autre qui ne

nécessiterait que quelques heures pour des résultats à peine inférieurs.

Nous utilisons dans cette thèse une notion debudget, ou coût, pour étudier

ces problèmes de complexité. Le coût peut être le temps d'exécution (si

on souhaite un algorithme plus rapide), le nombre de calculs (ou dans un

réseau de neurones profond le nombre de couches utilisées), le nombre de

données utilisées. Cependant, cette réduction de coût peut entraîner des

performances moindres ou un apprentissage plus dif�cile, ce qui entraîne la

nécessité d'avoir un compromis entreperformanceet coût.

Nous nous intéressons dans cette thèse à trois problèmes budgétisés. Nous

nous concentrons d'abord sur des problèmes de classi�cation en grand

nombre de classes, où la complexité en calcul des algorithmes devient vite

problématique. Nous nous intéressons ensuite aux problèmes d'apprentissage

par renforcement et à la découverte d'une hiérarchie a�n de faciliter l'ap-

prentissage et la généralisation à d'autres tâches, en réduisant l'effort cognitif

de l'agent. En�n, nous abordons des problèmes de compréhension et de

génération d'instructions en langage naturel, où les données sont disponibles

en faible quantité.
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1.2 Structure de la thèse

1.2.1 Méthodes du gradient de la politique pour la

classi�cation

Notre première contribution concerne la classi�cation en grand nombre

de classes. En effet, dans ce domaine, la classi�cation a un coût élevé en

calculs, tant en phase d'entraînement qu'en phase de test : si l'entrée est

de dimension N et le nombre de classesC, la complexité est enO(N � C)

pour des algorithmes "directs" comme un SVM ou perceptron. Il est possible

de réduire la complexité liée à la dimension de l'entrée (et d'améliorer les

résultats) grâce à des réseaux de neurones à plusieurs couches (la complexité

devient alors en O(N � M ) + O(M � C) avec M � N et M � C) mais

d'autres solutions sont nécessaires pour réduire la complexité liée au nombre

de catégories.

Plusieurs méthodes ont été développées dans ce but. En particulier, nous nous

intéressons aux méthodes hiérarchiques, ou arbres de décision, où plusieurs

décisions successives sont prises. Le but est de simpli�er le problème au fur

et à mesure pour que les décisions soient à chaque fois (et en particulier

au stade �nal, dans les feuilles de l'arbre), plus simples. Une autre idée est

d'associer un code à chacune des classes. A partir d'une entrée, le but est

ensuite de prédire directement un code (de taille inférieure au nombre de

classes a�n de diminuer la complexité) qui donnera la classe de l'entrée.

Nous proposons les modèles Reinforced Decision Trees (RDT) et Reinforced

Error-Correcting Output Codes (RECOC) dans ces catégories de modèles.

Dans les deux cas, nous utilisons des techniques d'apprentissage par renforce-

ment a�n d'apprendre en même temps la structure (comment sont organisées

les classes dans les feuilles de l'arbre pour RDT, et les associations entre les

codes et la classes pour RECOC) et les classi�eurs (c'est-à-dire comment les

données parcourent les branches, respectivement quels sont les codes associés

aux données). Les travaux sur l'utilisation de techniques d'apprentissage par

renforcement pour les arbres de décision ont donné lieu à un poster dans un

workshop et à une publication dans une conférence européenne :

— Aurélia Léon and Ludovic Denoyer, "Reinforced Decision Trees", in

European Workshop on Reinforcement Learning (EWRL) 2015
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— Aurélia Léon and Ludovic Denoyer, "Policy-gradient methods for De-

cision Trees", in European Symposium on Arti�cial Neural Networks,

Computational Intelligence and Machine Learning (ESANN) 2016

Les travaux sur les codes binaires appris grâce à des techniques de renforce-

ment ont été repris par Thomas Gerald, et nos travaux ont donné lieu à une

publication dans une conférence internationnale :

— Thomas Gerald, Aurélia Léon, Nicolas Baskiotis and Ludovic Denoyer,

"Binary Stochastic Representations for Large Multi-class Classi�cation",

in International Conference on Neural Information Processing (ICONIP)

2017

1.2.2 Découverte d'une hiérarchie en

apprentissage par renforcement

Notre deuxième contribution s'intéresse à l'apprentissage par renforcement

hiérarchique et à la découverte d'options. En apprentissage par renforcement,

les tâches complexes sont en effet dif�cilement résolubles sans d'abord ap-

prendre à résoudre d'autres tâches intermédiaires, plus simples. Il est possible

de dé�nir manuellement ces tâches à résoudre avant les tâches plus com-

plexes (par exemple, apprendre un robot à casser un oeuf avant d'apprendre

directement à faire un gâteau) ; mais nous souhaiterions que l'agent découvre

par lui-même une hiérarchiedans les tâches à effectuer, et divise par lui-même

une tâche complexe en plusieurs tâches plus simples (en apprentissage par

renforcement, ces sous-tâches peuvent être appeléesoptions).

Nous nous inspirons pour cela de travaux en neurosciences. En effet, des

études récentes suggèrent qu'une hiérarchie peut émerger à partir deshabi-

tudes. Un animal est d'abord en interaction constante avec l'environnement,

observe autour de lui, et choisit ainsi quelles actions effectuer a�n d'atteindre

son but. Après avoir atteint ce but plusieurs fois avec des trajectoires proches,

il n'a plus besoin d'utiliser autant les informations provenant de l'environne-

ment et ne "ré�échit plus" à ce qu'il doit faire : il s'agit d'un suivi d'habitudes

qui lui demande un effort cognitif moindre. Il est suggéré que le temps de

ré�exion inférieur (dans le cas des actions habituelles) permet de résoudre la

tâche plus rapidement et donc d'optimiser la récompense.
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Nous nous basons sur cette idée a�n de proposer l'architecture Budgeted Hie-

rarchical Neural Network (BHNN). Dans cette architecture, le coût cognitif

est assimilé à la récupération et à l'utilisation des informations de l'environ-

nement. Nous cherchons à réduire ce coût a�n d'imiter le passage progressif

de l'animal à une utilisation d'habitudes : dans ce but, nous utilisons un

apprentissage budgétisé a�n que l'agent observe de moins en moins souvent

son environnement.

Ce travail a donné lieu à un poster dans un workshop puis à une publication

dans une conférence internationale :

— Aurélia Léon and Ludovic Denoyer, "Options Discovery with Budgeted

Reinforcement Learning", in Deep Reinforcement Learning Workshop

2016

— Aurélia Léon and Ludovic Denoyer, "Budgeted Hierarchical Reinforce-

ment Learning", in International Joint Conference on Neural Networks

(IJCNN) 2018

1.2.3 Interaction en langage naturel

En�n, nous nous intéressons aux problématiques d'interaction en langage

naturel, et plus particulièrement à la compréhension et à la génération d'ins-

tructions. L'un des problèmes a�n d'apprendre à communiquer en langage

naturel est de recueillir assez de données a�n d'apprendre correctement.

Nous cherchons des méthodes a�n d'améliorer l'apprentissage tout en n'ayant

pas accès à de nombreuses données. Pour ce faire, nous apprenons d'abord en

apprentissage supervisé, à partir des données disponibles, la politique d'un

agent acteur (qui doit interagir dans l'environnement selon des instructions)

et d'un agent locuteur (qui doit générer une instruction a�n qu'il soit possible

pour un humain d'effectuer la tâche souhaitée). Nous testons ensuite une

interaction entre l'acteur et le locuteur a�n d'améliorer les résultats. Nous

étendons également les modèles à des cas hiérarchiques, où l'acteur doit

suivre plusieurs instructions à la suite.

Ces travaux sont encore en cours et n'ont pas donné lieu à des publications.
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2Apprentissage par

renforcement

L'apprentissage par renforcement est un domaine de l'apprentissage automa-

tique où un agentapprend quelles actions effectuer dans unenvironnement

a�n de maximiser une récompense. Ce chapitre en introduit les concepts clefs,

puis présente plus formellement ces idées. Nous exposerons ensuite sommai-

rement les différentes catégories d'algorithmes utilisés en apprentissage par

renforcement, puis nous détaillerons plus précisément ceux utilisés dans les

chapitres suivants. Nous ferons également une présentation des travaux exis-

tants en apprentissage par renforcement hiérarchique en lien avec le chapitre

4, et nous exposerons des travaux qui utilisent des techniques d'apprentissage

par renforcement pour de la classi�cation en lien avec le chapitre 3.

2.1 Rappels généraux

L'apprentissage par renforcement consiste à apprendre quoi faire (quelles

actions effectuer à partir d'une situation) a�n de maximiser une récompense

fournie par l'environnement. Il n'est jamais dit explicitement à l'agent (qui

apprend) quelles actions il doit effectuer : il doit tester des séquences d'actions

a�n de découvrir lesquelles amènent à une récompense plus importante. Des

problèmes d'apprentissage par renforcement peuvent être : un joueur qui

apprend à joueur aux échecs ; un robot qui apprend à marcher ; un robot qui

apprend à se diriger dans une maison ; un groupe d'ascenceurs qui cherche à

satisfaire au mieux les utilisateurs...

L'environnement utilisé en apprentissage par renforcement est habituelle-

ment modélisé comme un processus de décision markovien (MDP) que nous

allons décrire plus loin. L'idée de base de cette modélisation est que l'agent

apprenant doit pouvoir interagir avec l'environnement a�n d'atteindre son

but, et a besoin de récupérer une certaine quantité d'informations de l'envi-

ronnement a�n de choisir ses actions. Nous avons donc unagentqui évolue

au sein d'un environnement, et qui peut recevoir une observationde l'état ac-

tuel de l'environnement a�n de choisir quelle action effectuer pour atteindre
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L'apprentissage non-supervisé, qui cherche généralement à déterminer des

structures dans des ensembles de données non labellisées, est également dif-

férent du renforcement, même si aucun de ces deux domaines n'utilisent des

exemples de comportement souhaité. L'apprentissage non-supervisé découvre

des structures, qui peuvent être utiles en apprentissage par renforcement,

mais ne permet pas de maximiser une récompense.

L'apprentissage par renforcement se distingue par deux problématiques prin-

cipales : d'une part la nécessitéd'explorerl'environnement a�n de découvrir

les actions les plus ef�caces ; d'autre part l'exploitation des connaissances

a�n d'obtenir une récompense plus importante. C'est le compromis entre

ces deux problématiques qui rend souvent l'apprentissage dif�cile. Un ro-

bot humanoïde qui doit apprendre à avancer et qui a déjà appris comment

ramper risque de s'en contenter, alors qu'il sera moins ef�cace que celui

qui aura appris à marcher sur deux jambes (mais qui aura peut-être appris

plus lentement). L'une des dif�culté du renforcement est que l'agent doit

optimiser la somme des récompenses obtenues au cours d'un épisode et non

uniquement la récompense ponctuelle, et qu'une action qui parait mauvaise

à un moment peut �nalement être béné�que plus tard. Un exemple peut être

un agent qui doit récupérer une clef pour ouvrir un coffre, mais la clef se

trouve derrière un monstre très dif�cile à combattre. Si la défaite du monstre

diminue la récompense (car l'agent s'est épuisé à cause du combat), il risque

de ne plus jamais récupérer la clef et ne parviendra pas à ouvrir le coffre.

Nous approchons ici le problème de la dé�nition de la fonction de récom-

pense : plusieurs dé�nitions pour la récompense sont possibles pour décrire

le but "ouvrir le coffre", et ces dé�nitions rendront l'apprentissage (et le com-

promis exploration/exploitation) plus ou moins facile. Le retour peut être

très riche et faciliter l'apprentissage (par exemple, la récompense augmente

dès que l'agent s'approche de la clef, qu'il tue le monstre, qu'il récupère la

clef puis s'approche du coffre une fois qu'il a la clef) ou rendre l'exploration

beaucoup plus dif�cile (si la récompense n'est positive que lorsque l'agent

ouvre le coffre, et qu'elle est négative s'il prend des dégâts face au monstre :

la fonction de récompense ne fournit alors aucune information intermédiaire

sur la résolution de la tâche et peut même la rendre plus dif�cile). Ainsi, la

fonction de récompense fait bien partie de la dé�nition du problème.

Dans la suite, nous allons voir plus en détail le formalisme utilisé en appren-

tissage par renforcement.
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2.2 Présentation formelle

Nous allons maintenant formaliser les concepts utilisés en apprentissage par

renforcement.

Les processus de décision markovien(MDP) permettent de formaliser les

problèmes de décisions séquentielles, où le choix d'une action peut in�uer,

non seulement la récompense immédiate, mais également les situations

futures et à travers elles les futures récompenses. L'agent et l'environnement

interagissent à chaque pas de temps d'une séquence discrètet = 0; 1; 2:::. A

chaque pas de tempst, l'agent reçoit une représentation x t de l'état st 2 S de

l'environnement, et choisit une action at 2 A en fonction. Au pas de temps

suivant, l'agent reçoit la récompenser t+1 2 R de l'environnement qui est dans

un nouvel état st+1 , la probabilité que l'environnement se retrouve dans l'état

st+1 à partir de st dépendant deat . On dit que le processus satisfait lapropriété

de Markovsi l'état st+1 ne dépend que dest et at et non des états précédents.

Cette interaction donne ainsi une trajectoire x0; a0; r1; x1; a1; r2; x2; a2; :::.

On modélise ainsi un MDP par un quadruplet (S; A ; Pa; R a) où :

— S est un ensemble d'états

— A est un ensemble d'actions (parfois, on considèreA s l'ensemble des

actions disponibles depuis l'états 2 S)

— Ta(s; s0) = P(st+1 = s0jst = s; at = a) est la fonction de transition : c'est

la probabilité que l'action a prise dans l'état s mène à l'état s0

— Ra(s; s0) est la récompense immédiate reçue après être passé de l'états

à l'état s0 dû à l'action a

Dans les problèmes d'apprentissage par renforcement, l'agent n'a cependant

pas accès directement à ces informations (ce qui les distingue des problèmes

de plani�cation, où il est possible de calculer la solution à partir du MDP).

Dans un MDP de base, l'agent a une connaissance complète de l'état actuel

de l'environnement : son observationx t est donc équivalente à l'étatst . Beau-

coup de problèmes d'apprentissage par renforcement actuels considèrent

cependant qu'on se place dans des processus de décision markovienpar-

tiellement observables(POMDP) où l'agent n'observe pas directement l'état

st de l'environnement mais que son observationx t est partielle. Dans cette

situation, l'agent doit prendre des décisions sans être certain du véritable état
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de l'environnement ; mais en intéragissant avec ce dernier et en gardant une

mémoire de ses observations, l'agent peut faire une estimation du véritable

état st . On peut se représenter par exemple un agent dans un labyrinthe, qui

voit uniquement à quelques mètres autour de lui, et qui se construit une carte

interne de l'environnement au fur et à mesure de son exploration.

La politique � dé�nit la manière dont l'agent va agir dans l'environnement.

C'est une fonction qui, à partir de ce que sait l'agent sur l'environnement à

un moment donné, va renvoyer les actions à effectuer. Généralement, les

politiques sont stochastiques et fournissent la probabilité d'effectuer chaque

action.

La fonction de récompenser d'un MDP dé�nit le but d'un problème d'appren-

tissage par renforcement. A chaque pas de temps, l'environnement donne à

l'agent une récompenser t .

L'objectif de l'agent au tempst est de maximiser lasomme des récompenses

reçues durant le reste de l'épisode (également appeléretour) :

Rt =
TX

k=0

r t+ k (2.1)

si on considère un épisode qui s'arrête au tempst = T. Il s'agit donc d'un

objectif à long terme et non immédiat.

Dans le cas où on considère des problèmes à horizon in�ni, où l'agent conti-

nue d'agir sans jamais s'arrêter, l'état �nal serait T = 1 et le retour pourrait

être in�ni. On dé�nit alors la somme amortie des récompenses, ou retour

amorti, qu'on note égalementRt par abus de notations1 :

Rt =
TX

k=0

 kr t+ k+1 (2.2)

où  est un paramètre appelé lefacteur d'amortissement, 0 �  < 1. Ainsi,

plus  est proche de0, plus l'agent donne d'importance aux récompenses

proches dans le temps. Si la récompense est bornée,Rt sera �ni.

1. Dans la suite on considérera queRt est le retour amorti, mais les résultats sont
identiques dans le cas de problèmes à horizon �ni si on utilise le retour non amorti
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Dans la suite, nous utiliserons les notations pour des horizons �nis de taille

maximale T, mais les notations sont facilement adaptables aux problèmes à

horizon in�ni. Même en horizon �ni, nous utilisons un retour amorti avec

0 �  � 1, souvent utilisé avec ' 0:9, qui permet à l'agent d'optimiser le

retour à long terme tout en privilégiant les récompenses immédiates.

La fonction de valeurV permet d'estimer à quel point il est "bon" pour l'agent

d'être dans un état st du monde. Cette estimation est dé�nie à partir des

récompenses que l'agent devrait recevoir dans le futur, ou plus exactement, du

retour attendu. Cette estimation dépend des actions que l'agent va effectuer,

et donc de la politique (alors que le retour est simplement dé�ni comme ce

qui est effectivement renvoyé par l'environnement lors de l'épisode). Plus

exactement, la fonction de valeur correspond à l'espérance de la somme

amortie des récompense. Si on notest l'état du monde, la valeur de cet état

étant donné une politique � est :

V� (st ) = E� [Rt jst ] = E� [
TX

k=0

 kr t+ k+1 jst ] (2.3)

où r t+1 ; r t+2 ; :::r t+ T +1 sont les récompenses obtenues d'après une trajectoire

tirée par la politique � à partir de l'état st .

La fonction de qualitéest très proche de la fonction de valeur mais prend

également en compte l'action choisie a�n d'évaluer la qualité de la trajectoire :

Q� (st ; at ) = E� [Rt jst ; at ] = E� [
TX

k=0

 kr t+ k+1 jst ; at ] (2.4)

Résoudre un problème d'apprentissage par renforcement consiste à trouver

une politique qui permettra à l'agent d'obtenir un maximum de récompenses.

On considère qu'une politique � est meilleure qu'une politique � 0 si dans

n'importe quel état du monde, son retour attendu est plus important que

celui de la politique � 0, c'est-à-dire siV� (s) � V� 0(s) pour tout état s. Il y a

toujours au moins une politique qui est meilleure ou égale à toutes les autres :

elle est appeléepolitique optimale et elle est notée� � :

� � = argmax� Es[V� (s)] (2.5)
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2.3 Algorithmes utilisés en apprentissage

par renforcement

Le but d'un problème d'apprentissage par renforcement est donc de trouver

une politique � � qui permet de maximiser Es[V� � (s)]. De nombreux algo-

rithmes existent dans ce but, qu'on peut diviser selon différents critères :

Model-based et Model-free Un algorithme model-basedva apprendre un

modèle de l'environnement, et l'utilisera pour simuler l'environnement. Il

est possible d'utiliser cette simulation pour choisir les prochaines actions

et/ou pour apprendre plus facilement la politique et moins interagir "en

vrai". Le problème est d'apprendre un modèle �able de l'environnement.

Au contraire, un algorithme model-freen'apprend pas directement un mo-

dèle de l'environnement. Il est possible de voir les algorithmes model-based

comme cherchant à estimer les éléments du MDP, en particulier les fonctions

de transition Ta(s; s0) et de récompenseRa(s; s0), a�n d'utiliser ensuite par

exemple des méthodes de plani�cation pour trouver les actions optimales. Les

algorithmes model-free ne passent pas par un modèle de l'environnement :

par exemple, ils approchent directement les valeurs de chaque étatV(s),

ou apprennent directement une politique qui permet d'obtenir un meilleur

retour de l'environnement. Nous allons en voir des exemples dans la suite.

On-policy et o�-policy La politique qui est apprise par une méthodeon-

policy est utilisée, en même temps qu'elle est améliorée, pour prendre des

décisions et évoluer dans l'environnement. Une méthodeoff-policy améliore

par contre une politique différente de celle utilisée pour générer les trajec-

toires d'apprentissage. L'inconvénient d'une méthode on-policy est qu'une

même politique doit permettre en même temps d'apprendre les actions opti-

males à effectuer, tout en explorant l'environnement et donc en utilisant un

comportement pas forcément optimal. Les méthodes off-policy permettent

d'utiliser deux politiques : la politique cible qui est apprise a�n d'être optimale,

et la politique exploratrice qui permet d'explorer davantage l'environnement

et de générer des comportements utilisés pour l'apprentissage. Les méthodes

off-policy sont souvent plus lentes à converger et possèdent une plus grande

variance à cause de l'utilisation de données venant d'une politique différente,

mais permettent des utilisations plus variées car il est possible d'utiliser des
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trajectoires venant d'un expert ou d'un autre contrôleur, ou d'utiliser des

techniques d'échantillonnage préférentiel (importance sampling).

Méthode d'apprentissage Une méthode value basedva apprendre la fonc-

tion de valeur V ou la fonction de qualité Q, et en déduire directement une

politique. Une méthode policy basedva apprendre directement la politique.

De manière générale, une méthodepolicy basedva converger en moins d'ité-

ration, mais chaque itération sera plus complexe qu'une méthodevalue based

car il est plus simple d'estimer la fonction de valeur ou de qualité à partir de

la récompense fournie par l'environnement. En�n, les méthodesactor-critic

estiment la fonction de valeur ou de qualité, et l'utilisent simultanément a�n

d'apprendre la politique. Il s'agit généralement de méthodes plus puissantes

et donnant de meilleurs résultats, mais plus dif�ciles à faire converger, car

l'apprentissage de la politique ne sera pas possible si la fonction de qualité

ou de valeur ne donne pas déjà des résultats convenables.

Il faut noter qu'en apprentissage par renforcement, il n'existe pasuneméthode

meilleure que les autres en toute circonstance : les méthodes obtenant les

meilleures performances dépendent énormément des environnements (et des

fonctions de récompenses) utilisés, et de la forme du problème.

Méthodes tabulaires et méthodes d'approximation Les premiers problèmes

d'apprentissage par renforcement étaient tabulaires, avec un nombre �ni

d'actions et d'états du monde. Ainsi, il était possible de stocker les valeurs

pour chaque couple(action, état). Les problèmes plus généraux et plus ré-

cents considèrent cependant des espaces d'actions et surtout d'états plus

importants, continus, qui ne peuvent plus être stockés dans des tableaux

faute d'une mémoire suf�sante et nécessitent donc une généralisation. La

généralisation est également nécessaire car de très grands espaces d'états

(et éventuellement d'actions) nécessiteraient, dans un cadre tabulaire exact,

beaucoup de temps et de données a�n de remplir les tableaux. Une géné-

ralisation permet de prendre des décisions dans des états qui n'ont pas été

exactement vus précédemment, mais peuvent être similaires à des exemples

déjà observés.

On utilise dans ce but des fonctions d'approximation, qui, à partir d'exemples

(les trajectoires), cherchent à généraliser les informations a�n d'approcher

la ou les fonctions désirées (fonction de valeur, politique... ). Une possibilité

est l'utilisation de réseaux de neurones profonds. Ceux-ci permettent en effet
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Algorithme Modèle Politique Type
Q-learning model-free off-policy tabulaire

Sarsa model-free on-policy tabulaire
DQN (Deep Q Network) model-free off-policy deep nn

DDPG (Deep Deterministic Policy Gradient) model free off-policy deep nn
A3C (Asynchronous Advantage Actor-Critic) model-free off-policy deep nn

TRPO (Trust Region Policy Optimization) model-free on-policy deep nn
Table 2.1: Tableau récapitulatif d'algorithmes en apprentissage par renforcement.

d'obtenir des représentations de l'état du monde et de faire une estimation de

la fonction de valeur, de la fonction de qualité, et/ou d'apprendre directement

la politique optimale de l'agent.

Les premières utilisations de réseaux de neurones en apprentissage par

renforcement datent des années 1990 [Wil92], mais c'est depuis les percées

en apprentissage des réseaux de neurones (par exemple en vision [Kri+12]

ou en reconnaissance de parole [Gra+13]), puis avec en particulier la sortie

du modèle DQN [Mni+15] qui généralise un algorithme de Q-learning aux

réseaux de neurones a�n d'apprendre à un agent à jouer à des jeux Atari,

que la plupart des nouvelles méthodes en apprentissage par renforcement

utilisent des réseaux de neurones - avec succès.

On peut voir dans le tableau 2.1 un récapitulatif de principaux algorithmes

utilisés en apprentissage par renforcement. Beaucoup de méthodes mixant

réseaux de neurones et apprentissage par renforcement existent dorénavant,

et nous allons présenter dans cette section uniquement celles que nous

utiliserons dans la suite. La liste n'est pas du tout exhaustive et de nombreuses

variantes existent ; cette section n'a que pour but d'introduire les méthodes

utilisées dans les travaux de cette thèse et non de présenter un panel des

méthodes existantes.

Dans la suite de cette thèse, tous les modèles utilisent des réseaux de

neurones profonds.

2.3.1 REINFORCE

REINFORCE [Wil92] est une méthode model-free, on-policy, et policy-based.

Plus précisément, elle fait partie des méthodes du gradient de la politique,

qui estiment directement la politique optimale grâce à des techniques de
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gradient. Le gradient utilisé pour apprendre les paramètres de la politique

est approché en utilisant plusieurs trajectoires : un autre nom utilisé pour

l'algorithme REINFORCE est Monte Carlo Policy Gradient.

On note � � la politique, avec � les paramètres de cette politique (i.e. les

paramètres des réseaux de neurones). Typiquement,� � est un réseau de

neurones ayant en sortie une fonction softmax. Ainsi,� � (ajs) est la probabilité

de choisir l'actioin a étant donné l'état du monde s.

Le théorème du gradient de la politique permet d'estimer le gradient de la

performance J (� ) = V� (s0) par :

r J (� ) �
X

s
� (s)

X

a
Q� (s; a)r � � � (ajs; � ) (2.6)

où � (s) est la distribution on-policy des états, c'est-à-dire la fraction de temps

(normalisée a�n de sommer à un) passée dans chaque état lorsqu'on utilise

la politique � .

L'algorithme REINFORCE donne une estimation de cette formule. Si on suit

la politique � , les états seront rencontrés dans les proportions� (s), ainsi on

peut réécrire la partie droite de l'équation précédente grâce à une espérance,

en notant st les états rencontrés lorsqu'on suit la politique :

r J (� ) = E� [
X

a
Q� (st ; a)r � � (ajst ; � )] (2.7)

= E� [
X

a
� (ajst ; � )Q� (st ; a)

r � � (ajst ; � )
� (ajst ; � )

] (2.8)

= E� [Q� (st ; at )
r � � (at jst ; � )

� (at jst ; � )
] (2.9)

= E� [Rt
r � � (at jst ; � )

� (at jst ; � )
] (2.10)

où at sont les actions tirées selon la politique� .

En utilisant un échantilonage de Monte-Carlo de M trajectoires selon la

politique � , ce gradient peut être estimé par :

� J (� ) �
1

M

MX

m=1

T � 1X

t=0

r � log� (at jst )Rt (2.11)
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Algorithm 1 REINFORCE
Initialisation des paramètres � de la politique �
� : pas de gradient
repeat

Génération d'une trajectoire s0; a0; r1; :::sT � 1; aT � 1; rT suivant �
for t = 0 ; :::T � 1 do

Rt  retour au temps t, donné par l'environnement
�  � + � r � log � (at jst )Rt

end for
until convergence

L'algorithme 1 montre la procédure d'apprentissage.

REINFORCE avec une baseline

Le problème des approches de Monte Carlo est que l'estimation du gradient

peut avoir une variance importante. Une manière de réduire cette variance

est d'utiliser une baselinebcomme introduite en [Wil92] :

� J (� ) �
1

M

MX

m=1

T � 1X

t=0

r � log� (at jst )(Rt � b) (2.12)

b peut être n'importe quelle fonction tant qu'elle ne dépend pas de a. Un

choix naturel est une estimation de la valeur de l'état st : on peut utiliser le

retour moyen attendu, ou apprendre une baseline dépendant de l'étatst :

la baseline sera alorsb(st ), apprise pour approcherRt avec par exemple des

réseaux de neurones.

REINFORCE récurrent

Les tâches plus complexes requièrent parfois l'utilisation d'une mémoire :

l'agent doit retenir les états et/ou les actions passés a�n de savoir comment

agir dans l'état st .

Dans le cas d'une trajectoire(s0; a0; :::st ), l'algorithme REINFORCE récurrent,

introduit en [Wie+10], permet d'estimer le gradient de la même manière :

� J (� ) �
1

M

MX

m=1

T � 1X

t=0

r � log� (at js0; a0; :::st )(Rt � b) (2.13)
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Dans ce cas, la baselineb peut être constante ou dépendre de l'historique

de la trajectoire (s0; :::st ), typiquement grâce à des réseaux de neurones

récurrents.

2.3.2 Asynchronous advantage actor critic

Asynchronous advantage actor critic (A3C) a été introduit dans [Mni+16a].

Cet algorithme acteur-critique utilise une estimation de la fonction de valeur

V(st ) a�n de mettre à jour les paramètres de la politique. Il est asynchronecar

il utilise en même temps plusieurs agents, avec leur propre jeu de paramètres.

Le fait d'utiliser plusieurs agents permet d'obtenir dans la plupart des cas

un entraînement plus stable (en plus de l'accélérer) car les expériences des

agents sont indépendantes des autres et sont donc plus variées.

L'algorithme 2 décrit cette procédure. Les paramètres de la politique sont

notés � (� 0 pour les paramètres de chaque thread) et ceux de la fonction de

valeur sont notés � v (� 0
v pour ceux spéci�ques à un thread).

On peut noter A la fonction avantage :

A(st ; at ) = Q(st ; at ) � V(st ) (2.14)

Intuitivement, elle donne le gain (ou le dé�cit) sur le retour qu'aura l'agent

dans l'état st s'il effectue l'action at par rapport à la moyenne des retours

dans cet état. Une mise à jour des paramètres de la politique et de la fonction

de valeur est faite à chaquetmax itération, ou quand l'état terminal est atteint.

Au temps t, la fonction avantage est approchée par :

A(st ; at ) �
k� 1X

i =0

 i r (st+ i ; at+ i ) +  kV(st+ k) � V(st ) (2.15)

où k � n peut varier selon l'état mais est généralement �xé.

La mise à jour de la politique pour l'algorithme A3C au pas de tempst est

alors :

r � log� (at jst )A(st ; at ) (2.16)

Dans le cas récurrent, on obtient :

r � log� (at js0; a0; :::; st )A(st ; at ) (2.17)
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Algorithm 2 A3C : pseudo-code pour un thread d'acteur
// Les paramètres� et � v sont partagés entre les threads, ainsi que le compteur T=0
// Les paramètres� 0 et � 0

v sont spéci�ques au thread
Initialisation du compteur d'itérations du thread t  1
repeat

Réinitialisation des gradients : d�  0, d� v  0
Synchronisation des paramètres� 0 = � , � 0

v = � v

tstart = t
Récupération de l'état st

repeat
Execution deat selon la politique � (at jst ; � 0)
Reception de la récompenser t et du nouvel état st+1

t  t + 1
T  T + 1

until état terminal st ou t � tstart == tmax

Si st est terminal : R = 0
Sinon : R = V(st ; � 0

v)
for i = t � 1; :::tstart do

R  r t + R
Accumulation du gradient pour � 0 : d�  d� + r 0

� log � (ai jsi ; � 0)(R �
V (si ; � 0

v))
Accumulation du gradient pour � 0

v : d� v  d� v + @(R � V (si ; � 0
v))2=@�0v

end for
Effectuer la mise-à-jour asynchrone de� en utilisant d� et de � v en utilisant

d� v

until T > T max

On utilise des acteurs parallèles a�n d'accumuler les mises à jour. Le critique

V est appris par une simple descente de gradient habituelle pour approcher

le retour amorti.

2.4 Apprentissage par renforcement

hiérarchique

Nous allons maintenant aborder les problèmes d'apprentissage hiérarchique,

que nous traitons dans le chapitre 4.

L'idée d'apprentissage par renforcement hiérarchique est tirée du comporte-

ment humain. En effet, des travaux en sciences cognitives ont montré que

les humains et les animaux décomposent un comportement complexe en un

processus hiérarchique [Bot+09] : le comportement global est vu comme

un ensemble de sous-tâches plus simples, et chaque tâche peut à son tour
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être décomposée en sous-tâches, etc. Par exemple, faire un gâteau peut être

décomposé en plusieurs tâches : réunir les ingrédients, les mélanger, mettre

le plat au four...

En informatique, les tâches complexes, nécessitants plusieurs étapes comme

par exemple le jeu Montezuma's Revenge des jeux Atari, sont dif�cilement ré-

solubles en apprentissage par renforcement, faute en partie à une fonction de

récompense pas assez informative, comme nous l'avons décrit en �n de partie

2.1. C'est pourquoi des travaux se sont inspirés des processus hiérarchiques

des comportements humains ou animaux, pour mener à l'apprentissage par

renforcement hiérarchique [DH93 ; Die98 ; PR98]. Ces méthodes permettent

un transfert de connaissances entre différentes tâches, et factorisent une

tâche complexe en sous-tâches plus simples. Si l'on reprend l'exemple de la

cuisine, pour faire un gâteau,monter les blancs en neigepourrait être une sous-

tâche : il suf�t de l'apprendre une fois pour utiliser ces connaissances dans la

confection de plusieurs gâteaux différents, plutôt que de devoir ré-apprendre

à la résoudre à chaque nouveau gâteau.

Nous allons présenter certains travaux existants dans ce domaine. En par-

ticulier, nous nous intéresserons au framework desoptions, qui permet de

modéliser les sous-tâches et qui est utilisé par beaucoup d'autres travaux.

2.4.1 Travaux existants

Les premiers algorithmes en apprentissage hiérarchique considèrent que les

sous-tâches sont connuesa priori , du moins en partie. Ainsi, la hiérarchie est

pré-établie dans la méthode MAXQ [Die98], et il suf�t ensuite d'apprendre à

résoudre chaque sous-tâche pour résoudre la tâche globale.

Beaucoup de travaux en apprentissage par renforcement hiérarchique uti-

lisent maintenant le concept d'options. Ce concept a été introduit par Sutton

et al. dans l'article [Sut+99]. Une option ! , qu'on peut rapprocher d'une

sous-politique, consiste en un triplet (I ! ; � ! ; � ! ) avec :

— I ! � S son ensemble d'états initiaux (la liste des états où peut débuter

cette option)

— � ! sa politique (qui permet de choisir des actions primitives mais peut

aussi choisir d'autres options)
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— � ! : S ! [0; 1] sa fonction terminale (qui donne la probabilité de

terminer l'option dans un état donné).

Cette modélisation amène deux problématiques :

— comment choisir l'option la plus adaptée à un moment donné pour

résoudre la tâche globale

— ayant déjà choisi une option, quelles sont les actions optimales à effec-

tuer dans l'environnement pour résoudre cette sous-tâche

Nous avons donc un contrôleur haut niveau qui permet de choisir l'option,

et un contrôleur bas niveau qui permet ensuite de choisir l'action. Certains

travaux se focalisent sur l'apprentissage d'un seul de ces contrôleurs, alors

que d'autres tentent d'apprendre les deux en simultané.

Ce concept d'options est utilisé dans plusieurs articles récents a�n de dé-

�nir de nouvelles architectures hiérarchiques. Par exemple, les auteurs de

[Kul+16] proposent une extension du framework Deep Q-Learning (DQN)

a�n d'y intégrer des fonctions de valeur hiérarchiques, en utilisent une moti-

vation intrinsèque a�n d'apprendre les politiques des options (voir �gure 2.2).

Mais les options doivent être manuellement choisiesa priori et ne sont pas

découvertes durant l'apprentissage : on ne fait que apprendre les politiques

de chaque option et non quelles sont les tâches résolues par les options.

Quelques modèles permettent de découvrir les options (à la fois les politiques

de chacune mais aussi la politique qui choisit les options) sans supervision.

[Dan+16] traite l'index de l'option utilisée comme une variable latente a�n

d'utiliser un algorithme Expectation Maximization. Dans [BP15b], l'architec-

ture option-critic s'inspire des modèle d'acteurs-critiques : un critique (appris)

permet d'apprendre les paramètres des options (paramètres des politiques

mais aussi des fonctions terminales) en utilisant le théorème du gradient de

la politique (voir 2.3). Dans les deux cas, il faut cependant �xer un nombre

discret d'options avant l'apprentissage, ce qui peut poser problème quand on

ne sait pas à l'avance combien d'options seront nécessaires.

En�n, certains articles proposent des politiques hiérarchiques basées surdif-

férents niveaux d'observations . Celles-ci nous intéressent particulièrement

car c'est le cas de notre contribution du chapitre 4. Ces modèles peuvent être

classés en deux catégories : ceux qui n'utilisent parfois aucune observation

de l'environnement avant de choisir une nouvelle action, et ceux plus géné-

raux qui utilisent des observations différentes. Nous allons en présenter des

exemples.
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Figure 2.2: Hierarchical-DQN; �gure tirée de [Kul+16]. Des réseaux neuronaux
profonds sont utilisés pour modéliser deux fonctions de valeur : Q2

correspond à la politique du contrôleur haut-niveau (meta controler)
qui permet de choisir un but (intermédiaire) gt , et Q1 correspond à la
politique du contrôleur bas-niveau qui permet de choisir une action at à
partir de l'observation st et du but gt , a�n d'atteindre le but gt .
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Figure 2.3: Achitecture Option-Critic ; �gure tirée de [BP15b]. La politique � 
 per-
met de choisir une nouvelle option ! qui choisit les actions à effectuer
dans l'environnement. Pour l'apprentissage,QU renvoie la valeur de
l'exécution d'une action selon un coupleétat, option.
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On dit qu'un modèle qui prend des décisions sans récupérer des informations

de l'environnement est open-loop: ainsi, les modèles dont les politiques

choisissent parfois les actions en "aveugle" sont considérées en partie open-

loop. Par exemple, dans [Han+96], l'agent doit apprendre à ne pas utiliser

l'observation à chaque pas de temps car l'acquisition de cette observation a

un coût. On dit également que ces modèles apprennent desmacro-actions

[Hau+98 ; Mni+16c] : la politique associe à un état donné une séquence

d'actions élémentaires. Le framework FiGAR [Sha+17] en est un cas simpli�é

qui permet à l'agent de répéter la même action plusieurs fois de suite.

Les modèles plus généraux utilisent des observations différentes, soit selon

les options, soit pour le contrôleur haut et bas niveau. Par exemple, le modèle

Abstract Hidden Markov Model [Bui+02] utilise des options discrètes, cha-

cune dé�nie sur une certaine région de l'espace ; mais les régions de l'espace

d'états doivent être dé�nies manuellement, et cela revient donc à dé�nir à la

main les options. Dans [Hee+16], un contrôleur haut-niveau a accès à toutes

les informations, alors qu'un contrôleur bas-niveau a uniquement accès aux

informations proprioceptives. [Flo+16] factorise également l'espace d'état :

les tâches plus faciles utilisent un état toujours disponible et sont pré-apprises

pour fournir un ensemble de compétences, puis une tache plus dif�cile peut

ensuite utiliser une observation plus complète et utiliser les compétences déjà

apprises.

Ainsi, la découverte automatique d'options est encore loin d'être résolue :

dans la plupart des modèles, l'être humain doit donner desa-priori sur les

options possibles. En effet, la majorité des modèles existants nécessitent que

la structure hiérarchique soit contrainte avant l'apprentissage, que ce soit

en dé�nissant les sous-tâches, en divisant l'espace des états... Apprendre

automatiquement la décomposition d'une tâche, sans supervision, reste une

problématique ouverte en apprentissage par renforcement. La dif�culté de

cet apprentissage est exacerbé par le fait qu'on ne comprend pas encore

totalement commentces processus hiérarchiques apparaissent dans les com-

portements d'êtres vivants. L'apprentissage simultané de la décomposition en

sous-tâches et de la résolution de ces sous-tâches est également complexe car

il est dif�cile de savoir si telle sous-tâche est appropriée lorsqu'on ne sait pas

encore correctement la résoudre : ainsi, nous risquons d'avoir des problèmes

de stabilité lors de l'apprentissage.
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2.5 Classi�cation supervisée et

renforcement

Dans le chapitre 3, nous utilisons des techniques d'apprentissage par renfor-

cement pour des problèmes de classi�cation. L'avantage de l'apprentissage

par renforcement est que la tâche peut êtreséquentielleet que des décisions

intermédiaires discrètespeuvent être prises. Pour voir la tâche de classi�cation

comme un problème de renforcement, il suf�t de considérer que les obser-

vations de l'agent sont les informations disponibles à propos de la donnée à

classer, que la prise de décision �nale est la classe, et que la récompense, qui

dé�nit la tâche, dépend de l'exactitude de la classi�cation (par exemple, une

récompense de+1 si la donnée est correctement classée ;0 sinon).

L'un des premiers travaux qui modélise une tâche de prédiction séquentielle

par un MDP est [JC07], qui cherche à résoudre une tâche de classi�cation

où chaque sélection de caractéristique a un coût. Le travail plus récent de

[GK11] considère une tâche où un ensemble de classi�eurs est utilisé : le but

est de n'en utiliser qu'une partie pour chaque donnée. Un coût de calcul est

associé à chaque classi�eur, et le temps de calcul total doit être minimisé.

D'autres travaux plus récents [He+12 ; Rüc+13 ; DA14] formulent la tâche

de classi�cation comme un MDP avec des actions pour sélectionner les

caractéristiques utilisées et parfois pour la classi�cation.
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3Méthodes de gradient

politique pour la

classi�cation

Nous présentons ici notre première contribution. Il s'agit d'une nouvelle

méthode hiérarchique utilisée pour des problèmes de classi�cation, où l'en-

semble du modèle (d'une part la hiérarchie, d'autre part les classi�eurs)

sont appris en une seule étape, grâce à des algorithmes d'apprentissage par

renforcement utilisés en apprentissage statistique.

3.1 Introduction

Les problèmes de classi�cation ont déjà été beaucoup étudiés en apprentis-

sage statistique [Pan+02], mais la complexité en calcul des modèles per-

mettant de les résoudre est fortement reliée au nombre de classes, avec

généralement une complexité linéaire par rapport aux nombres de catégories

possibles. Si nous considérons la classi�cation d'une entrée de dimension

N avecC classes possibles, la complexité en calculs d'un perceptron est en

O(N � C) ; il est possible d'améliorer cette complexité enO(N � M )+ O(M � C)

avec un réseau de neurones profonds (M � N et M � C) mais face à des

problèmes avec un très grand nombre de classes, comme la classi�cation de

textes, la reconnaissance d'objets... la complexité par rapport au nombre de

classes reste problématique. Ainsi, est apparue la nécessité de développer des

modèles spéci�ques a�n de réduire les coûts de classi�cation, principalement

lors de l'inférence.

Diverses méthodes ont été développées ces dernières années ; les sorties y sont

généralement organisées grâce à une structure a�n de réduire la complexité.

On distingue deux principales catégories de modèles qui répondent à cette

problématique :

— les méthodes hiérarchiques ou arbres de décision, où les classes sont

associées aux feuilles d'un arbre. Chaque entrée permet de détermi-

ner une trajectoire jusqu'à une feuille, qui renvoie la classe associée
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([Ben+10 ; Liu+13a ; Wes+13]). La prédiction est donc basée sur une

stratégie diviser pour régner. Ces modèles sont habituellement appris

grâce à des algorithmes gloutons basés sur diverses heuristiques qui

permettent de construire la structure de l'arbre à partir d'un ensemble

d'entraînement.

— les codes correcteurs d'erreur (Error-Correcting Output Codes, ECOC)

où chaque classe est associée à un code binaire ; la classi�cation consiste

ensuite à prédire le code et non directement la classe ([DB95 ; Sch97 ;

Cis+11 ; ZX13 ; LB05])

Ces deux groupes de méthodes permettent habituellement d'obtenir une

complexité logarithmique durant la prédiction plutôt qu'une complexité

linéaire par rapport au nombre de classes. Cependant, la plupart nécessitent

de construire la structure utilisée (qu'il s'agisse des codes associés aux classes

ou de la structure de l'arbre) lors d'une étape préliminaire, avant de construire

les classi�eurs.

Nos deux contributions permettent de construire en une seule étape la hiérar-

chie (ou le code) et les classi�cateurs. Nous allons les présenter brièvement.

Nous proposons d'abord une nouvelle famille d'arbres de décision appelée

Reinforced Decision Trees (RDTs) qui garde les avantages des arbres de

décision (une inférence rapide et de bonnes performances) et qui apprend

en une même étape la structure globale et les classi�eurs associés. L'idée

principale est de considérer le problème de classi�cation comme unproblème

séquentiel, où une politique (apprise) guide une entrée x (la donnée à classer)

à travers les branches d'un arbre depuis la racine jusqu'à une feuille. L'al-

gorithme d'apprentissage, inspiré des méthodes de gradient de la politique

[BB99] d'apprentissage par renforcement, nous permet d'apprendre à la fois

la manière dont les entrées sont guidées à travers l'arbre mais également

l'association des classes dans les feuilles de l'arbre. La différence avec les

techniques habituelles de classi�cation par arbres de décision est que cette

méthode cherche à optimiser directement un objectif global (dérivable) plu-

tôt que d'utiliser un algorithme glouton, où des choix d'optima locaux sont

faits successivement. Par rapport aux algorithmes classiques de classi�cation,

la structure hiérarchique de ce modèle permet de réduire la complexité en

calculs durant la prédiction.

Le second modèle,Reinforced Error-Correcting Output Codes (RECOC) ,

utilise le même procédé pour apprendre des codes binaires, associés aux
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catégories, en même temps que les classi�cateurs qui permettent d'associer

un code à l'entréex à classer. L'avantage du modèle par rapport à RDT est

une utilisation plus facile de mini-batchs, ce qui rend une parallélisation plus

facile et permet un apprentissage et une inférence beaucoup plus rapide pour

un grand nombre de données.

Nous présenterons d'abord le modèle Reinforced Decision Trees, puis Rein-

forced Error-Correcting Output Codes. Nous exposerons les résultats des

expériences effectuées avec ces deux modèles, puis nous présenterons les

travaux déjà existants, proches de nos modèles.

3.2 Algorithme : Reinforced Decision Tree

(RDT)

Nous présentons ici le modèleReinforced Decision Tree, un modèle hiérar-

chique pour la classi�cation, appris avec des techniques d'apprentissage par

renforcement qui permettent un apprentissage simultané de la hiérarchie et

des classi�eurs.

Nous présenterons d'abord l'architecture, puis les méthodes d'inférence et

d'apprentissage des paramètres.

3.2.1 Notations et architecture

On considère un problème de classi�cation multi-classe où chaque entrée

x 2 Rn est associée à l'une desK classes possibles. Notonsy 2 RK le label

de x, avec yi = 1 si x appartient à la classei et yi = 0 sinon. On notera

D = f (x1; y1); :::; (xN ; yN )g l'ensemble des données d'entraînement.

L'architecture du modèle Reinforced Decision Tree (RDT)est très proche des

arbres de décision classiques, composés d'une racine, de branches, et de

noeuds. Notons un tel arbreT�;� , dont les paramètres� et � seront dé�nis

plus loin. Cet arbre est décrit par :

— T noeuds : noeuds(T�;� ) = f n1; :::nT g

— une racine n1
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— des branches dé�nies parparent(ni ) = nj : le noeud nj est le parent

de ni . Chaque noeud a un unique parent, exceptén1 qui n'en a aucun

(étant la racine de l'arbre)

— des feuillesni : si ni est une feuille de l'arbre, on notera feuille (ni ) =

true (sinon false)

On peut noter qu'on ne pose aucune contrainte sur le nombre de feuilles ou

la topologie de l'arbre. Les noeuds de l'arbre sont dé�nis par deux types de

paramètres selon qu'ils sont des feuilles ou pas :

— chaque noeudni tel que feuille (ni ) = false est associé à un ensemble

de paramètres� i

— chaque noeudni tel quel feuille (ni ) = true est associé à un paramètre

� i 2 RK

Les paramètres� = f � i g sont les paramètres de la politique qui guide une

entrée x depuis la racine de l'arbre jusqu'à une feuille (et permet donc de

choisir quelle branche emprunter). Les paramètres� i correspondent à la

prédiction obtenue lorsque l'entrée x atteint la feuille ni . Ainsi, l'architec-

ture est très proche des arbres de décision classique. La différence majeure

est que la prédiction associée à chaque feuille n'est pas directement une

classe (discrète) mais un ensemble de paramètres qui sera appris durant

l'apprentissage et qui donnera une distribution sur les classes possibles. Dans

un problème de classi�cation, ces � i seront des vecteurs de tailleRK , K

étant le nombre de classes, et seront donc associés à une classe donnée. Ces

paramètres � i seront appris durant l'apprentissage et permettront au modèle

de choisir comment les différentes catégories seront réparties dans les feuilles.

Ainsi, le modèle pourra apprendre simultanément par quelles branches doit

passer une donnée (grâce aux paramètres� i ) et comment sont organisées les

catégories dans l'arbre (grâce aux paramètres� i ).

Un exemple d'architecture RDT est donné en �gure 3.1.

3.2.2 Inférence

Notons H = ( n(1) ; :::; n(t )) une trajectoire où n(i ) 2 nodes(T�;� ) et (i ) est

l'index du i-eme noeud de la trajectoire. H est donc une séquence de noeuds

où n(1) = n1 et 8i > 1; n(i � 1) = parent(n(i )) et feuille (n(t )) = true.
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3.2.3 Apprentissage

Le but du processus d'apprentissage est d'apprendre simultanément les po-

litiques � � i et les paramètres de sortie� i , a�n de minimiser un coût d'ap-

prentissage� (qui correspond ici à un coût de classi�cation, c'est-à-dire une

erreur quadratique moyenne ou un coût charnière (hinge loss)).

L'algorithme d'apprentissage est basé sur une extension de techniques du

gradient de la politique utilisées en apprentissage par renforcement, de

manière similaire à ce qui est fait en [DG14]. Plus précisémment, la méthode

s'inspire de celle proposée en [BB99] à la différence que, au lieu de considérer

une récompense (comme utilisée en apprentissage par renforcement), nous

utilisons une fonction de coût � . Cette fonction permet de connaître la qualité

du système et a l'avantage d'être dérivable et donc de donner un retour plus

informatif qu'une simple récompense non dérivable, donnant la direction

dans laquelle les paramètres doivent être mis à jour.

La performance du système est notée :

J (�; � ) = EP� (x;H;y ) [�( F� (x; H ); y)]

où F� (x; H ) est la prédiction faite en suivant la trajectoire H - c'est-à-dire la

séquence de noeuds choisis par la fonction� . L'optimisation de J peut être

effectuée par descente de gradient ; nous devons ainsi calculer le gradient de

J , comme fait pour l'algorithme REINFORCE (voir section 2.3.1) :

r �;� J (�; � ) =
Z

r �;� (P� (H jx)�( F� (x; H ); y)) P(x; y)dHdxdy (3.1)

qui peut être simpli�é par :

r �;� J (�; � ) =
Z

r �;� (P� (H jx)�( F� (x; H ); y)) P(x; y)dHdxdy

=
Z

P� (H jx)r �;� (logP� (H jx)) �( F� (x; H ); y)P(x; y)dHdxdy

+
Z

P� (H jx)r �;� �( F� (x; H ); y)P(x; y)dHdxdy

En utilisant une approximation de Monte-Carlo, en prenant M trajectoires

sur chaque exemple d'entraînement, et en notant�( F� (x; H ); y) = �( � (t ) ; y),

on obtient :
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Algorithm 3 Algorithme de gradient stochastique pour RDT

procedure APPRENTISSAGE((x1; y1); :::; (xN ; yN )) . l'ensemble d'apprentissage
# � est le pas de gradient
# Initialisation des paramètres :
� � random
� � random
repeat

Tirage aléatoire d'une donnée d'apprentissage(x i ; yi )
Inférer la trajectoire H = ( n(1) ; :::; n(t ) ) en utilisant les fonctions � � (x i )
� (t )  � (t ) � � r � �( � (t ) ; yi ) . maj des param. de la feuille associée
for k 2 [1::t � 1] do

� (k)  � (k) � �
�
r � log � � ( k )

(x i )
�

�( � (t ) ; yi ) . maj des param. des
noeuds de la trajectoire

end for
until Convergence
return T�;�

end procedure

r �;� J (�; � ) =
1

jDj

X

(x;y )2D

1
M

MX

1

2

4
t � 1X

j =1

�
r �;�

�
log� � ( j )

(x)
�

�( � (t ) ; y)
�

+ r �;� �( � (t ) ; y)

3

5

Intuitivement, le gradient est composé de deux termes :

— le premier terme pénalise les trajectoires avec un coût important et agit

uniquement sur les paramètres� , modi�ant les probabilités d'aller d'un

noeud à l'autre

— le second terme est le gradient du coût �nal et ne concerne que les

valeurs � associées aux feuilles où sont arrivés les entréesx. Le terme

modi�e ainsi les � prédits et permet de répartir les différentes classes

dans les feuilles de l'arbre.

Nous utilisons un algorithme de descente de gradient avec des mini-batchs

pour la back-propagation. La version stochastique sans mini-batch (plus

directe à écrire) est décrite en algorithme 3.

La complexité du processus d'inférence est linéaire par rapport à la profon-

deur de l'arbre. Par exemple, dans un problème de classi�cation avecK

classes, la profondeur de l'arbre peut être proportionnelle àlogK , résultant

en une très bonne vitesse d'inférence.
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A noter que des fonctions plus complexes peuvent être utilisées pour� tant

qu'une descente de gradient est possible, et qu'il n'y a pas de contrainte sur

la forme des paramètres� ni sur la fonction de coût � , qui ont uniquement

besoin d'être dérivables. Ainsi, le modèle peut également être utilisé pour

des problèmes de régression ou pour produire des sorties continues.

3.3 Algorithme : Reinforced

Error-Correcting Output Codes

(RECOC)

Le problème principal du modèle RDT est que chaque donnée parcourt des

branches (et arrive dans une feuille) différentes. C'est l'un des avantages

des architectures hiérarchiques (les classi�eurs sont adaptés aux différentes

données), mais, dans le cas de l'utilisation de réseaux de neurones, ce procédé

oblige à faire les calculs donnée par donnée. Or, les utilisations récentes de

réseaux de neurones profonds se font habituellement avec des mini-batchs

a�n d'accélérer l'entraînement mais également l'inférence, c'est-à-dire que

les calculs sont faits avec plusieurs données en même temps.

La résolution de cet inconvénient nous a amené à l'algorithme Reinforced

Error-Correcting Output Codes que nous allons présenter dans cette partie.

RECOC apprend à inférer à partir de chaque donnée un code, qui sera associé

à l'une des classes. Nous pouvons voir le modèle RECOC comme une version

"aplatie" de RDT, où les paramètres de chaque noeud d'un même niveau sont

partagés.

Nous allons d'abord détailler l'architecture RECOC, puis ses liens avec le

modèle RDT. Nous présenterons ensuite l'apprentissage des paramètres, puis

des extensions du modèle en collaboration avec Thomas Gerald.

3.3.1 Notations et architecture

On considère le même problème que dans le cas des RDT : chaque entréex 2

Rn est associée à l'une desK classes possibles.y 2 RK est le label dex, avec
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(a) RDT

(b) RECOC

Figure 3.3: (a) Modèle RDT avec deux enfants pour chaque noeud : chaque décision
est associée à un bit "0" (gauche) ou "1" (droite) (b) Modèle RECOC : les
paramètres des noeuds d'un même niveau sont partagés et les choix à
chaque noeud sont indépendants des précédents : tous les bits du code
peuvent être déterminés en même temps.

3.3.2 Lien avec les RDT

Le modèle RECOC est fortement inspiré du modèle RDT. Il suf�t de considérer

un arbre de décision RDT où chaque noeud possède deux enfants, et où choisir

l'enfant de droite (respectivement de gauche) correspond à choisir le bit "1"

(respectivement "0"). Les choix successifs forment le code binaireb, comme

illustré sur la �gure 3.3a.

Pour RECOC, a�n de pouvoir utiliser plusieurs données en même temps

pour accélérer les calculs, les paramètres des noeuds d'un même niveau sont

partagés et les choix successifs sont indépendants (c'est-à-dire que le choix

au niveau d'un noeud ne dépend plus que de l'entréex et non des choix

précédents) comme illustré sur la �gure 3.3b. La longueur du code best la

profondeur de l'arbre.
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3.3.3 Apprentissage

L'apprentissage de RECOC se fait de la même manière que pour le modèle

RDT (voir 3.2.3). On cherche à optimiser la performance du système

J (�; � ) = Eb � � (x) [�( d� (bx ); y)] (3.2)

avecbx le code binaire tiré d'après la distribution � � (x).

On optimise J par descente de gradient en utilisant l'algorithme REINFORCE

(voir section 2.3.1), et on obtient le gradient de J comme en section 3.2.3 en

utilisant une approximation de Monte-Carlo, en prenant M trajectoires pour

chaque exemple d'entraînement :

r �;� J (�; � ) =
1

jDj

X

(x;y )2D

1
M

MX

1

[r �;� (log � � (x)) �( d� (bx ); y) + r �;� �( d� (bx ); y)]

Comme avant, le premier terme permet de mettre à jour les paramètres� de

la distribution de probabilité alors que le second met à jour les paramètres�

correspondant à l'association d'une classe à un code.

3.3.4 Extensions

Le problème de l'algorithme REINFORCE est que le temps d'apprentissage

est long et qu'il est peu approprié pour des problèmes avec un grand nombre

d'actions, ou avec un nombre de décisions séquentielles très important,

comme ici pour un code avec un grand nombre de bits. Des codes de grandes

tailles (>50) sont pourtant nécessaires pour obtenir de bons résultats sur

des problèmes avec un grand nombre de classes. D'autres approches ont été

étudiées avec Thomas Gerald ([Ger+17]) pour faire suite à ces travaux. Nous

allons dans la suite présenter les extensions étudiées.

Fonction de décodage

Dans la première version, la fonction de décodage fait correspondre à chaque

code un vecteur de probabilité (qui une fois la phase d'apprentissage �nie
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se résume en la classe de plus forte probabilité). Il est ainsi nécessaire de

sauvegarder un vecteur de tailleK (K le nombre de classes) pour chaque

code, ce qui devient très coûteux en mémoire avec un grand nombre de classe

et un nombre non négligeable de codes (il faut garder2C � K valeurs en

mémoire). Il est possible de réduire cette complexité durant l'apprentissage

en utilisant un réseau de neurones (un simple perceptron peut suf�re) pour

associer à un code un vecteur de probabilité sur les classes (cette fois,C � K

valeurs suf�sent). Cette solution peut encore être améliorée pour la phase

de test en utilisant des techniques de plus proche voisin : on sauvegarde

uniquement les codes déjà rencontrés, et lorsqu'on rencontre un code non

déjà rencontré, on cherche le code plus proche voisin vu durant la phase

d'apprentissage, et la classe retournée est la classe de ce code. La méthode

de plus proche voisin a de base une complexité enO(kc) (k le nombre de

codes vus en entraînement), mais de nombreuses techniques permettent

d'améliorer la complexité, comme celles que nous utilisons [Nor+14] qui

permet une complexité O( c
p

k
log2 k ).

Apprentissage

Des méthodes alternatives à REINFORCE ont été développées pour l'ap-

prentissage de tels problèmes de gradients non différentiables. L'estimateur

Straight-Through (STE, [Ben+13]) permet d'obtenir de bons résultats dans

le cas de problèmes stochastiques binaires. L'idée du STE est que la back-

propagation de la fonction de Heaviside (1 si l'argument est positif, 0 sinon)

se fait comme s'il s'agissait de la fonction identité. Il s'agit d'une approche

biaisée, mais le signe de la dérivée est cohérent lorsqu'on back-propage à

travers une couche unique de neurones stochastiques.

Structure de l'espace latent

Une autre amélioration est d'utiliser un espace latent binaire structuré , a�n

que l'espace latent des codes permette une meilleure généralisation. En effet,

lors de l'apprentissage, plusieurs codes différents sont associés à une même

classe. Nous souhaitons que les codes d'une même classe soient proches les

uns des autres dans l'espace latent. Pour atteindre cet objectif, un terme de

régularisation est introduit a�n de minimiser les distances intra-classeset
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de maximiser les distancesextra-classes. On considère les deux ensembles

suivants :

D intra = [(( x; y); (x0; y0)) 2 D 2jy = y0]

Dextra = [(( x; y); (x0; y0)) 2 D 2jy 6= y0]

La nouvelle fonction objectif est alors :

J (�; � ) = Eb � � (x) [�( d� (bx ); y)] (3.3)

+ �
X

(( x;y );(x0;y0)) 2D intra

k� (x) � � (x0)k2 (3.4)

� 
X

(( x;y );(x0;y0)) 2D inter

k� (x) � � (x0)k2 (3.5)

avec � i (x) = P(bi = 1jx). La minimisation de la distance intra-classe est

représentée par le terme 3.4 et la maximisation de la distance extra-classe

est représentée par le terme 3.5.� et  permettent de modérer ces deux

régularisations.

3.4 Expériences

Des expériences ont d'abord été faites sur des données jouets a�n de visualiser

facilement les résultats en deux dimensions, puis sur des données réelles.

Les modèles RDT et RECOC basiques ont été comparés à trois autres modèles :

des SVMs linéaires dans une approches un-contre-tous, des arbres de décision

classiques, et un réseau de neurones sans couche cachée. Les modèles RDT,

RECOC ainsi que les arbres de décision sont en complexité logarithmique

par rapport au nombre de classes durant la phase de test, alors que le SVM

linéaire un-contre-tous et le réseau de neurones est en complexité linéaire.

Les hyper-paramètres (pas de gradient, taille des mini-batchs et nombre

d'itération) ont été optimisés sur un ensemble de validation, et les résultats

sont une moyenne de cinq lancements différents. Pour les arbres de décision,

nous utilisons l'implémentation de scikit-learn d'une version optimisée de

l'algorithme CART.
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Nous récapitulons également les expériences effectuées avec Thomas Gerald

[Ger+17] sur les extensions sur modèle RECOC. Les extensions ont été

évaluées sur plusieurs jeux de données avec grand nombre de classes : DMOZ,

ALOI, et IMAGENET.

3.4.1 Données jouet

Il s'agit de données en 2D composées de 16 ou 32 classes, générées selon des

distributions gaussiennes. Chaque classe est composée de 100 vecteurs (50

pour l'entraînement, 50 pour le test) échantillonnés suivant la loi N (� c; � c)

où � c a été généré aléatoirement entref (� 1; � 1) et (1; 1)g, et � c a également

été généré aléatoirement. On peut observer en �gure 3.4 les frontières de

décisions apprises par les modèles. On remarque bien la différence principale

entre les frontières obtenues avec les modèles RDT et RECOC : RDT coupe

l'espace de manière locale (les choix de coupes dépendent de la zone et

donc des décisions précédentes) alors que RECOC coupe tout l'espace (les

décisions ne dépendent pas des précédentes).

Les tableaux 3.1 et 3.2 montrent les résultats sur les données jouets dans le

cas de 16 et 32 classes. Pour un même nombre d'enfants par noeud, on voit

qu'augmenter la profondeur de l'arbre permet bien d'améliorer les résultats

de RDT et de RECOC (par exemple pour 16 classes, les performances de

RDT sont de 46% avec une profondeur de 3, alors qu'elles augmentent à

83% avec une profondeur de 5), et qu'à profondeur égale les résultats sont

très supérieurs à ceux d'un arbre de décision classique (par exemple pour 16

classes, un arbre de décision classique de profondeur 5 obtient un score de

46%; il doit utiliser une profondeur de 10 pour obtenir un score semblable

à RDT de 80%). Ils permettent même d'avoir des résultats proches de ceux

d'un réseau de neurones, tout en ayant une complexité moindre en phase de

test.

Le modèle RECOC, moins expressif, donne des résultats inférieurs avec une

profondeur équivalente aux RDTs : : le tableau 3.1 avec les résultats sur les

données avec 16 classes montre que RDT obtient une performance de 83%

avec une profondeur de 5, alors que RECOC nécessite une profondeur de

8 pour atteindre un score de 79%. Ce constat rejoint les observations des

frontières de décision en �gure 3.4, où les frontières de RECOC sont moins

riches que celles de RDT. Il est cependant plus facile d'avoir une profondeur
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Précision� Variance
W D L RDT Random Trees RECOC
2 3 8 0.46 � 0.01 0.18 � 0.01 0.34 � 0.01
2 4 16 0.70 � 0.06 0.25 � 0.02 0.46 � 0.02
2 5 32 0.83 � 0.04 0.26 � 0.06 0.58 � 0.04
2 6 64 - - 0.68 � 0.05
2 7 128 - - 0.76 � 0.01
2 8 256 - - 0.79 � 0.02
3 2 9 0.51 � 0.01 0.25 � 0.01 -
3 3 27 0.75 � 0.04 0.24 � 0.02 -

SVM linéaire un-contre-tous : 0.50� 0.01
arbre de décision (depth=5) : 0.46� 0.04
arbre de décision (depth=10) : 0.80� 0.01
arbre de décision (depth=50) : 0.79� 0.01

réseau de neurones : 0.85 � 0.01
Table 3.1: Résultats pour 16 classes -W est la largeur de l'arbre (ie le nombre

d'enfants par noeud), D est la profondeur (la longueur du code pour
RECOC) etL est le nombre résultants de feuilles (le nombre de codes
différents pour RECOC).

Précision� Variance
W D L RDT Random Trees RECOC
2 5 32 0.71 � 0.04 0.10 � 0.02 0.34 � 0.00
2 6 64 0.84 � 0.01 0.11 � 0.03 0.41 � 0.02
2 7 128 - - 0.50 � 0.02
2 8 256 - - 0.55 � 0.02
2 9 512 - - 0.62 � 0.03
2 10 1024 - - 0.72 � 0.05
3 3 27 0.58 � 0.04 0.12 � 0.04 -
3 4 81 0.79 � 0.04 0.14 � 0.06 -

SVM linéaire un-contre-tous : 0.54� 0.01
arbre de décision (depth=5) : 0.77� 0.03
arbre de décision (depth=10) : 0.88� 0.02
arbre de décision (depth=50) : 0.86� 0.01

réseau de neurones : 0.88 � 0.01
Table 3.2: Résultats pour 32 classes -W est la largeur de l'arbre (ie le nombre

d'enfants par noeud), D est la profondeur (la longueur du code pour
RECOC) etL est le nombre résultants de feuilles (le nombre de codes
différents pour RECOC).
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D pendigits optdigits letter mnist
#train samples 3745 1911 6661 50000
#val samples 3748 1908 6652 10000
#test samples 3497 1796 6687 10000

#features 16 64 16 784
#classes 10 10 26 10

SVM linéaire 17.38 � 3.62 6.84 � 0.46 29.98 � 0.01 8.47 � 0.02
Arbre de décision 5 22.61 � 0.08 31.47 � 0.13 63.24 � 0.01 32.53 � 0.01

8 11.40 � 0.20 18.89 � 0.21 37.22 � 0.08 18.44 � 0.02
10 9.99 � 0.24 16.63 � 0.35 30.73 � 0.09 14.09 � 0.06
(*) 9.74 � 0.35 16.00 � 0.24 17.90 � 0.14 12.87 � 0.04

RDT 5 5.35 � 1.41 7.24 � 0.83 30.89 � 1.13 7.73 � 0.50
8 4.45 � 1.25 5.86 � 0.26 15.81 � 0.75 6.25 � 0.57

10 3.43 � 0.34 5.35 � 0.71 12.34 � 0.44 5.41 � 0.44

Table 3.3: Erreur de classi�cation (%) de différents modèles et de RDTs. Dans le cas
de RDT, chaque noeud a exactement deux enfants.D est la profondeur
des arbres construits. Dans le cas de l'arbre de décision (*), les noeuds
sont étendus jusqu'à ce que toutes les feuilles contiennent une unique
classe ou moins de deux exemples.

Les meilleurs résultats sont obtenus avec le modèle RDT et la profondeur

maximale D = 10, comme montré en fond grisé : par rapport à des arbres

de décision classiques, RDT prend plus de temps à être entraîné mais donne

de meilleurs résultats. Les meilleurs résultats doivent être dû aux frontières

de décision linéaires mais pas forcément parallèles aux axes, ainsi qu'à

l'optimisation d'un objectif global plutôt que l'utilisation d'un algorithme

glouton.

Modèle RECOC

Le modèle RECOC basique a également été évalué sur le jeu de données

ALOI1 qui contient 108000 exemples (dont 10% ont été pris en tant que

données de test) de dimension 128, répartis en 1000 classes. Les résultats

dans le tableau 3.4 sont pour le modèle RECOC, le modèle RDT prenant trop

de temps à être entraîné. Les valeurs sont les moyennes sur 3 expériences.

Encore une fois, augmenter la taille du code améliore fortement les résultats

(précision de 62% pour une profondeur de 18, au lieu de 38% pour une pro-

fondeur de 12), et l'utilisation de la baseline dans l'algorithme REINFORCE

pour réduire la variance du gradient est ici utile (précision de 67% pour une

1. téléchargé sur http ://www.csie.ntu.edu.tw/ cj-
lin/libsvmtools/datasets/multiclass.html#aloi
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D Précision� Variance
pas de baseline baseline moyenne glissante

12 0.38 � 0.00 0.43 � 0.00
14 0.47 � 0.03 0.54 � 0.01
16 0.50 � 0.04 0.62 � 0.01
18 0.62 � 0.04 0.67 � 0.01

SVM linéaire un-contre-tous : 0.77
NN 8 0.67

NN 12 0.76
NN 16 0.84
NN 20 0.87

Table 3.4: Résultats pour le modèle RECOC sur les données aloi. Les réseaux de
neurones ont une couche cachée suivie d'une sigmoïde : "NN 8" signi�e
que la couche cachée possède 8 neurones.

profondeur de 12 au lieu de 62%). Les résultats restent cependant inférieurs

à un SVM un-contre-tous ou à des réseaux de neurones, mais la complexité

en inférence est moindre (logarithmique contre linéaire en le nombre de

classes). D'autres modèles récents ([CL14a], [MK15]) avec une complexité

logarithmique rapportent des performances de 85% à 90%, mais les variantes

du modèle RECOC avec l'estimateur de gradient STE permettent d'utiliser

des codes plus conséquents et d'obtenir des résultats comparables, comme

nous allons le voir dans la suite.

Modèle RECOC avec extensions

Les expériences qui évaluent les extensions du modèle RECOC ont été effec-

tuées par Thomas Gerald [Ger+17]. Elles ont été évaluées sur trois jeux de

données avec un grand nombre de classes, souvent utilisés dans la littérature

(on peut voir leurs détails dans le tableau 3.5) :

— ALOI [Gal+13] est un jeu de données de 1k classes contenant les

caractéristiques SIFT extraites d'images.

— DMOZ[Par+15] contient de courtes descriptions textuelles pré-processées

en représentation sac-de-mots ; on y trouve12275classes. Le jeu de

donnéesDMOZ-1Kdésigne un extrait de 1k classes.

— ImageNetcontient 1k catégories d'images. On utilise comme entrée les

caractéristiques du modèle pré-entraînéresnet-152[He+15].
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Nom du jeu de données nombre def classes nombre d'exemples
DMOZ-1K 1000 41; 846� 5; 255

DMOZ-12K 12275 155; 775
ALOI 1000 108; 000

IMAGENET 1000 14; 197; 122
Table 3.5: Caractéristiques des jeux de données

Pour tous les jeux de données, 80% des données sont utilisés pour l'entraîne-

ment, 10% pour la validation et les 10% restants sont utilisés en test pour

l'évaluation de la précision.

Les expériences dans cette partie sont toutes faites avec l'estimateur STE et

Adam [KB14a]. Deux variantes sont évaluées pour le décodeur (qui permet

d'obtenir la classe à partir du code binaire) :

— le décodeur linéaire "basique"

— le décodeur "plus proche voisin" noté "nn" décrit en section 3.3.4

Dans les deux cas, nous testons avec et sans la régularisation proposée en

section 3.3.4. Lorsque la régularisation (notée "reg") est utilisée, le facteur

de régularisation est augmenté (� 2) quand la précision sur l'ensemble de

validation s'améliore, et réduit ( � 1
2) quand la précision sur l'ensemble de

validation diminue.

Les pas de gradient et les valeurs initiales du facteur de régularisation sont

sélectionnés selon la précision sur l'ensemble de validation.

Nous comparons les résultats à un perceptron multi-couches classique (MLP)

avec une couche cachée totalement connectée2 et à un algorithme ECOC

avec des classi�eurs linéaires. Des algorithmes un-contre-tous ont été testé

avec des résultats similaires aux meilleurs résultats des MLP.

La �gure 3.5 montre la précision en fonction de la complexité des algorithmes

utilisés sur le jeu de données DMOZ-12k (le modèle noté DSNC est un modèle

RECOC avec estimateur STE). Le modèle RECOC avec régularisation possède

une complexité similaire aux ECOC tout en permettant de meilleurs résultats,

et obtient même des résultats proches des MLP tout en ayant une complexité

moindre.

2. la taille du code désigne alors la taille de la couche cachée
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Figure 3.5: Précision en fonction de la complexité sur le jeu de données DMOZ-
12k. Le modèle noté DSNC est le modèle RECOC avec un décodeur
plus-proches-voisins.

Des résultats plus détaillés sont disponibles dans le tableau 3.6, qui montre les

précisions obtenues en test sur les différents jeux de données. On remarque

dans un premier temps que les résultats avec le décodeur plus proche voisin

("NN") sont presque équivalents au décodeur linéaire. Ainsi, pour des codes

de petites tailles où il est possible de stocker en mémoire tous les codes et

leur classe associée, il est plus intéressant d'utiliser le décodeur linéaire (plus

rapide et avec de meilleurs résultats). Si le stockage devient trop dif�cile, les

pertes induites par l'utilisation du décodeur plus proche voisin sont toutefois

minimes.

On remarque également qu'en dehors du jeu de données IMAGENET, notre

modèle obtient de meilleures performances que la baseline ECOC et très

proches du modèle MLP tout en ayant une complexité moindre. La régula-

risation permet dans certains cas d'améliorer légèrement les résultats, en

particulier pour un code de grande taille. La régularisation, également testé

avec les MLP, semble par contre dans ce cas ne pas améliorer les résultats. Le

modèle proposé permet ainsi un bon compromis entre les résultats (meilleurs

que les ECOC) et la complexité (meilleure que les autres modèles testés).

3.5 Autres travaux pertinents

Les modèles hiérarchiques peuvent se diviser en deux catégories. Une pre-

mière concerne les données où une catégorisation hiérarchique est déjà

connue ; dans ce cas, cette hiérarchie des classes peut être utilisée directe-

ment pour former une hiérarchie sur les classi�eurs.
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model DSNC MLP ECOC
dataset code size linear NN linear+Reg. NN+Reg. Reg.

DMOZ-1K

12 31.772 22.425 33.156 23.492 39.204 39.716 10.738
24 39.736 36.779 41.326 37.028 48.496 48.748 22.144
36 42.928 41.208 45.414 42.776 51.48 51.716 27.589
60 46.84 44.734 48.742 47.41 53.532 54.084 33.850

100 49.164 46.807 50.984 49.888 54.954 55.658 38.212
200 51.058 49.065 53.052 52.355 56.262 56.908 41.33

DMOZ-12k

12 15.09 15.2 15.34 15.24 20.05 20.18 3.8
24 21.15 18.79 21.64 19.27 28.74 29.3 17.591
36 24.83 22.21 25.95 24.17 32.14 32.05 21.71
60 28.36 25.97 29.71 29.96 35.41 35.36 25.079

100 30.42 27.6 31.98 33.94 37.45 37.23 27
200 32.22 29.32 33.95 35.95 39.12 38.25 27.91
400 31.96 33.02 33.6 38.65 36.71 39.75 28.08

ALOI

12 34.918 34.84 33.328 33.366 82.04 81.992 1.53
24 67.92 63.66 66.064 64.19 88.174 87.27 4.21
36 76.73 74.19 75.84 79.94 89.91 88.18 5.81
60 83.478 83.19 82.66 81.74 92.22 89.78 9.03

100 88.014 88.58 87.606 88.72 99.96 90.79 13.8
200 91.288 91.88 90.542 91.26 95.15 92.41 22.4

IMAGENET

12 1.5 0.82 1.49 0.805 14.6 13.11 12.32
24 15.6 7.705 9.01 4.595 53.19 53.46 32.42
36 53.82 36.46 45.74 25.14 59.11 58.85 45.03
60 60.07 48.61 63 53.655 60.83 63.66 56.5

100 68.66 63.405 68.81 63.515 65.9 66.81 64.5
200 70.67 66.935 71.61 68.54 - 67.3 69.76

Table 3.6: Précision du modèle RECOC avec l'estimateur STE, et deux baselines,
sur les différents jeux de données. Le fond grisé désigne un temps de
décodage constant.

Une seconde catégorie cherche à construire une hiérarchie grâce aux données

d'entraînement. Généralement, les algorithmes construisent la hiérarchie

dans une étape préliminaire avant d'apprendre à classi�er les données. La

construction de la hiérarchie peut se faire avec des techniques de clustering

(comme l'utilisation d'un clustering spectral sur la matrice de confusion

dans [Ben+]), d'un arbre probabiliste sur les labels dans [Liu+13b], ou des

techniques d'optimisation sur les partitions [Wes+].

Le modèle RDT, lui, permet d'apprendre en une seule étape la hiérarchie et le

classi�eur grâce à une unique fonction de coût. D'autres travaux cherchent à

apprendre hiérarchie et classi�eur en une étape. [JJ94] apprend une mixture

hiérarchique d'experts grâce à un algorithme EM, et [BB96] construit un

arbre de décision globalement optimal et peut également optimiser un arbre

de décision déjà existant. Dans [CL14b], la hiérarchie est apprise grâce à

des algorithmes d'apprentissage online et la construction de l'arbre se fait

pendent l'apprentissage. Plus récemment, [Nor+15] utilise également un

arbre de décision et optimise les fonctions de séparation et les paramètres

des feuilles ensembles grâce à un objectif global et un algorithme de descente

de gradient stochastique.
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Parmi les familles de méthodes plus proches du modèle RECOC, on trouve les

codes correcteurs d'erreur [DB ; Sch ; Cis+] , mais leurs performances sont

habituellement inférieures aux méthodes classiques un-contre-tous, et très

dépendantes de la facilité de séparer les classes. Les fonctions de hachage, qui

transforment des données de taille variable (par exemple une représentation

continue) en une représentation de taille �xe (par exemple un code binaire),

peuvent aussi s'approcher de notre modèle. Ces algorithmes ont donné de

bons résultats pour la récupération d'information [Wan+18], mais pas pour la

classi�cation, car les codes dans l'esace de hachage permettent de conserver

certaines métriques mais pas de différencier les classes, ni de permettre une

généralisation à des données inconnues.

3.6 Conclusion et pistes

Le modèle Reinforced Decision Trees est un arbre de décision construit avec

des réseaux de neurones, capable d'apprendre en même temps la structure

de l'arbre et comment classer les entrées. Il s'agit d'un modèle séquentiel

avec lequel une prédiction peut se faire en utilisantO(log C) classi�eurs, ce

qui rend la méthode appropriée pour des problèmes avec un grand nombre

de classes. Qui plus est, le modèle peut s'adapter facilement à des problèmes

de régression uniquement en changeant la fonction de coût.

Le modèle Reinforced Error Correcting Output Code est lui aussi construit

avec des réseaux de neurones. Il apprend conjointement une fonction qui

donne pour une entrée donnée un code binaire, et un décodeur qui associe à

chaque code une catégorie. Par rapport à RDT, ce modèle permet d'apprendre

plus facilement avec un grand nombre de données, et le modèle étendu avec

l'estimateur Straigh-Through peut utiliser des codes plus longs a�n d'obtenir

de meilleurs résultats. Le modèle permet un bon compromis entre la précision

et la complexité des calculs.
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4Découverte d'une

hiérarchie en

apprentissage par

renforcement

Notre deuxième contribution aborde le problème de l'apprentissage par ren-

forcement hiérarchique. Le framework des options, décrit en 2.4.1, modélise

les sous-politiques qui permettent de diviser une tâche complexe en plusieurs

sous-tâches plus simples. Nous proposons le modèleBudgeted Hierarchical

Neural Netxwork(BHNN) inspiré des sciences cognitives pour découvrir et

apprendre des options à partir de zéro. Les options émergent naturellement

a�n de minimiser l' effort cognitif de l'agent, qui ici correspond à la quantité

d'informations récupérées et utilisées par l'agent.

4.1 Introduction

Cette section traite de l'apprentissage par renforcement hiérarchique, décrit

plus en détails dans la section 2.4. En modélisant les sous-tâches par des

options, nous espérons qu'une tâche complexe soit plus facilement résoluble.

Mais la plupart des travaux existants ont besoin d'informations a priori ,

données par un expert, a�n de dé�nir les sous-tâches. L'une des dif�cul-

tés principales de la découverte automatique d'options, avant même leur

apprentissage, est de comprendre comment elles émergent.

Plusieurs études en neurosciences étudient la structure hiérarchique des com-

portements. En particulier, des études récentes suggèrent qu'une hiérarchie

peut émerger à partir deshabitudes[DB13]. Les travaux [Ker+11] et [DB12]

font en effet la distinction entre les choix d'actions dirigés vers un but (où

l'agent utilise de manière active les informations de l'environnement a�n

de trouver le comportement optimal) et ceux qui découlent d'habitudes (où

l'agent n'utilise pas ou très peu les informations de l'environnement et ne

"ré�échit plus" à ce qu'il doit faire). L'idée sous-jacente est que l'agent doit
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(yt ) ; un agent qui prend des décisions dans un monde virtuel d'après ce

qu'il connaît de l'environnement ( x t ) peut demander des instructions ou des

informations supplémentaires à un humain (yt ), etc.

Nous supposons que des options vont émerger naturellement a�n de réduire

l'effort cognitif global de l'agent. Formulé autrement, BHNN va apprendre

une structure hiérarchique en réduisant son effort cognitif et donc la quan-

tité d'informations haut-niveau utilisées. Nous montrons également que la

structure de cette politique hiérarchique peut alors être vue comme une

séquence d'options intrinsèques [Gre+16], c'est-à-dire que chaque option est

représentée par un vecteur dans un espace latent.

Nous présenterons d'abord l'architecture BHNN, puis nous exposerons les

résultats obtenus avec ce modèle dans différentes con�gurations pour en

montrer l'utilité et pour comprendre les options découvertes. Nous exposerons

ensuite des travaux similaires avant de conclure.

4.2 L'architecture BHNN

Dans la con�guration d'un MDP habituel, l'agent a accès à une observationx t

à chaque pas de temps. Dans le cas de l'architecture BHNN, l'agent a de même

accès en permanence à une observation bas niveaux t , mais peut également

acquérir une observation haut-niveauyt , plus informative, comme illustré

dans la �gure 4.1. Un cas particulier (appelé dans la suite blind setting) est

celui où l'observation basiquex t est inexistante, et l'agent doit apprendre

quand est-ce qu'il a besoin d'observer l'environnementyt . En sciences cog-

nitives, cette con�guration correspond au choix entre une habitude (sans

observation) et un comportement dirigé vers un but [Ker+11 ; DB12].

Nous exposerons dans un premier temps les principes généraux de l'archi-

tecture, puis nous la détaillerons. Nous présenterons ensuite les techniques

d'apprentissage budgétisé des paramètres. En�n, nous étendrons le modèle

a�n d'utiliser des options discrètes.
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Algorithm 4 Le pseudo code pour le modèle BHNN.

1: procedure INFERENCE(s0) . s 0 is the initial state
2: initialize o� 1 and h� 1

3: for t = 0 to T do
4: Acquérir l'observation bas-niveaux t

5: Modèle d'acquisition : tirer � t 2 f 0; 1g
6: if � t == 1 then
7: option level :Acquérir l'observation haut-niveau yt et mettre à

jour l'option ot

8: actor level : Initialiser l'état de l'acteur ht

9: else
10: actor level : Mettre à jour l'état de l'acteur ht

11: end if
12: actor level : Choisir l'action at w.r.t ht

13: Exécuter l'action choisie
14: end for
15: end procedure

notre cas, bien qu'on puisse utiliser des réseaux plus complexes, par exemple

si les observations sont des images. Dans la suite, par soucis de simplicité,

les notations x t et yt désignent directement ces représentations. Elles sont

utilisées comme entrées par l'architecture BHNN.

Modèle d'acquisition Le modèle d'acquisition permet de décider si une nou-

velle observation haut niveau yt doit être acquise. Il tire aléatoirement � t 2

f 0; 1g d'après une distribution de Bernoulli avecP(� t = 1) = sigmoid(f acq(ht � 1; xt )) .

Si � t = 1, l'agent va utiliser yt pour calculer une nouvelle option (voir le

paragraphe suivant), sinon il va uniquement utiliser l'observation bas-niveau

x t pour décider quelle action choisir, étant donné l'option courante.

Modèle d'option Si le modèle d'acquisition a tiré � t = 1, le modèle d'option

calcule une nouvelle option étant donné les observations bas-niveau et haut-

niveau x t et yt , et olast la dernière option choisie avant le pas de tempst :

ot = gruopt(x t ; yt ; olast ). gruopt représente une cellule GRU [Cho+14].

Modèle d'acteur Le modèle d'acteur met à jour l'état de l'acteurht et calcule

l'action suivante at . La mise à jour deht dépend de� :

— si � t = 0 : ht = gruact(x t ; ht � 1)

— si � t = 1 : ht = ot
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L'action suivante at est alors tirée selon la distribution sof tmax (f act(ht )) .

gruact représente une cellule GRU alors quef act est dans nos expérience un

simple perceptron.

4.2.3 Liens avec les options

Les options, décrites plus précisément en 2.4.1, sont souvent utilisées en

apprentissage hiérarchique. Une option équivaut à une sous-tâche, et est

constituée d'un ensemble d'états initials (où peut débuter cette option), d'une

politique, et d'une fonction terminale (qui donne la probabilité que l'option

se termine).

Chaque fois que le modèle BHNN choisit d'acquérir une observation haut

niveau yt , il calcule une nouvelle option intrinsèqueot [Gre+16] : il s'agit

d'un vecteur qui dé�ni l'option dans un espace latent. De là vient le nom

"modèle d'option" du second composant de BHNN. Une option intrinsèque

est encodée grâce à un vecteur continuot à chaque fois que� t = 1 et qu'une

observation haut niveau est récupérée. La politique agit ensuite comme une

politique classique, en utilisant la dernière option calculée olast jusqu'à ce

qu'une nouvelle option soit calculée. En d'autres mots, quand le modèle

acquiert une nouvelle observation haut-niveau, une nouvelle sous-politique

est choisie en fonction de celle-ci (ainsi que de l'observation bas niveau et

de l'option précédente). L'état de l'option ot peut être vu comme un vecteur

latent qui représente l'option choisie au tempst, alors que� t représente ce qui

est habituellement appelé la fonction terminale dans les modèles d'options.

Habituellement, les modèles d'options utilisent aussi un ensemble d'états

initiaux qui déterminent les états du monde où chaque option peut débuter,

mais dans le cas de BHNN ce n'est pas nécessaire car l'option est choisie

directement selon l'état de l'environnement.

4.2.4 Apprentissage budgétisé

S'inspirant des sciences cognitives [KB14b], on considère que la découverte

d'une hiérarchie a pour but de réduire l'effort cognitif de l'agent. Dans notre

cas, l'effort cognitif est associé à la quantité d'observations haut niveauyt

qui sont récupérées puis utilisées par le modèle a�n de résoudre la tâche,

et donc par le nombre de vecteurs d'option ot calculés par le modèle au
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cours d'un épisode. En contraignant le modèle à trouver un compromis entre

l'ef�cacité de la politique et le nombre d'observations haut-niveau acquises,

BHNN permet de découvrir quand cette information supplémentaire est

indispensable et doit être acquise.

Notons C =
T � 1P

t=0
� t le coût de l'acquisition des observations pour un épisode

donné. Nous pouvons intégrer ce coût d'acquisitionC (qui correspond à

l'effort cognitif dont nous parlions plus tôt) dans l'objectif d'apprentissage.

Cela rejoint le paradigme d'apprentissage budgetisé déjà exploré dans des

problèmes d'apprentissage par renforcement [Con+16 ; DA+12]. Nous dé�-

nissons ainsi une nouvelle récompense qui inclut ce coût :

r � (st ; at ; � t ) = r (st ; at ) � �� t (4.1)

où � permet de contrôler le compromis entre l'ef�cacité de la politique

et la charge cognitive, i.e. le nombre d'observations haut-niveau au cours

de l'épisode. Le facteur d'amortissement associé au tempst sera noté R�
t ,

et ainsi R�
0 sera le nouvel objectif à maximiser. N'importe quel algorithme

d'apprentissage par renforcement peut permettre de maximiser cet objectif,

en notant toutefois que l'apprentissage de BHNN nécessite l'apprentissage à la

fois du modèle d'acquisition (c'est-à-dire de la politique qui choisit d'acquérir

l'observation yt ou pas) et des modèles d'option et d'acteur (c'est-à-dire le

choix de l'action effectuée par l'agent dans l'environnement).

Dans le cas d'un algorithme du gradient de la politique (voir section 2.3.1),

étant donné une trajectoire x0; a0; :::xT , le nouveau gradient est :

T � 1X

t=0

(r � logP(at jht ) + r � logP(� t jht � 1; xt )) ( R�
t � b�

t ) (4.2)

où ht est l'état récurrent qui encode la trajectoire passéex0; a0; :::; xt comme

dé�ni en 4.2.2.

Le cas de l'algorithme A3C (voir section 2.3.2) est similaire, et la mise à jour

qui en résulte au tempst est :

r � logP(at jht )A � (ht ) + r � logP(� t jht � 1; xt )A � (ht � 1; at ) (4.3)

où A � est une estimation de la nouvelle fonction avantage, associée à la

récompense mise à jourr � .
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4.2.5 Version discrète du modèle

Dans le modèle BHNN, nous considérons que l'option est représentée par un

vecteur continu ot dans un espace latentRO. Nous n'avons ainsi pas besoin

de dé�nir à l'avance le nombre d'options différentes, et nous espérons que

les options semblables aient des représentations proches.

Habituellement, les options sont cependant discrètes : l'agent dispose d'un ca-

talogue de sous-tâches possibles dont le nombre maximal est dé�ni à l'avance.

Nous proposons ici une variante du modèle BHNN qui permet d'apprendre

un ensemble discret et �ni d'options, comme c'est fait habituellement.

Notons K le nombre d'options, dé�ni manuellement. Chaque option sera

associée à un vecteur de représentationok dont les paramètres seront appris.

Le modèle d'option choisira quelle option doit être utilisée au pas de temps

t, à l'aide d'un modèle stochastique qui tirera l'index i t d'une option d'après

une distribution multinomiale.

L'apprentissage doit alors prendre en compte ce choix stochastique lorsqu'une

nouvelle option est utilisée. Dans le cas d'un algorithme du gradient de la

politique (comme utilisé dans les expériences), le gradient devient :

T � 1X

t=0

(r � logP(at jht )+ r � logP(� t jht � 1; xt )+ r � logP(i t jht � 1; xt ; yt )) ( R�
t � b�

t )

(4.4)

4.3 Experiences

Plusieurs environnements ont été utilisé a�n d'évaluer BHNN. Nous présen-

terons d'abord les con�gurations utilisées pour évaluer différents aspects

du modèle, puis les détails de l'architecture. Nous exposerons ensuite les

différents résultats.

4.3.1 Con�gurations

La politique a été optimisée grâce à un algorithme du gradient de la politique

(voir section 2.3.1) dans tous les environnements, excepté pour les jeux Atari
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où A3C (voir section 2.3.2) a été utilisé (comme il est usuellement fait dans

la littérature). Pour toutes les expériences, l'optimiseur utilisé est ADAM

[KB14a] avec un clipping de gradient. Une recherche par grille a permis

d'optimiser les pas de gradient et le coût� .

Nous avons effectué des expériences dans plusieurs con�gurations, que nous

allons décrire en détail dans les sections suivantes. Sans entrer dans les

détails, nous avons :

— la con�guration aveugle(4.3.3) où BHNN apprend à utiliser une ob-

servation le moins souvent possible : l'observation bas niveau est vide,

alors que l'observation haut niveau est l'observation habituelle

— la con�guration générale, avec à la fois une observation bas-niveau

et une observation haut-niveau. Les expériences dans des environne-

ments stochastiques permettent de montrer les avantages d'avoir une

observation bas-niveau (peu coûteuse) plutôt que de n'utiliser aucune

observation, dans le cas où l'observation haut niveau n'est pas utilisée.

— la con�guration où l'observation haut-niveau est donnée par un oracle,

et correspond à une instruction

— la découverte d'options discrètesgrâce à la variante de BHNN

4.3.2 Détails de l'architecture

En dehors des jeux Atari, nous calculons des représentations pour les observa-

tions x t et yt grâce à des modèles linéaires avec des couches cachées de taille

respectiveNx et Ny, suivies d'une fonction d'activation relu, et les cellules

GRU sont de tailleNgru (qui dépend de l'environnement) [Cho+14].

A�n qu'un bon compromis soit découvert entre la qualité de la politique,

i.e. sa précision, et la fréquence d'observation des observations haut-niveau

(qu'on veut faible), le coût de l'observation yt est d'abord de0 puis augmente

lentement jusqu'à atteindre � . Des expériences préliminaires avec un� initial

non nul ou un � trop élevé ont montré que le modèle apprend alors à

ne jamais utiliser l'observation haut niveau et n'arrive pas à améliorer cet

optimum local.
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récompense est de+1 pour chaque pas de temps avant que la tâche

n'échoue.

Dans cet environnement, les tailles des réseaux utilisés sontNy = 5 et

Ngru = 5.

— LunarLander : Cet environnement est celui proposé par OpenAI Gym.

L'observation décrit la position, la vélocité, l'angle de l'agent et si il

est en contact avec le sol ou pas. Les actions possibles sontne rien

faire, utiliser le moteur droit, utiliser le moteur gauche, utiliser le moteur

principal. La récompense est+100 s'il attérit, +10 pour chaque pied à

terre, � 100s'il tombe au sol et � 0:3 à chaque fois qu'il utilise le moteur

principal.

Ici Ny = 10 et Ngru = 10.

— k � k-rooms : Cet environnement est un labyrinthe constitué dek � k

pièces avec des portes entre chacune d'entre elles (voir �gure 4.5a).

L'agent commence toujours à la même position (le coin en haut à

gauche) alors que le but �nal est aléatoire et peut être n'importe où,

dans n'importe quelle pièce. La position du but change à chaque épisode,

l'agent ne peut donc pas apprendre par coeur à aller à un endroit donné.

La récompense est� 1 pour chaque mouvement, et+20 lorsque l'agent

atteint le but. Les actions sonthaut, bas, droite, gauche. L'observation

est la position de l'agent dans la pièce, les positions des portes dans la

pièce (si elles sont présentes ou pas) ainsi que la position du but si il est

dans la pièce où est actuellement l'agent. L'agent n'observe ainsi que la

pièce où il se trouve.

Il est à noter que cet environnement s'inspire des autres problèmes avec

des environnements de quatre pièces (introduits par [Sut+99]) mais

est bien plus dif�cile. En effet dans ce dernier, le but ne peut se trouver

qu'en une ou deux positions différentes alors qu'il peut être n'importe

où dans notre cas. Qui plus est, dans notre cas plus réaliste, l'agent

n'observe que la pièce courante.

Ici Ny = 20 et Ngru = 10.

— Pong : Il s'agit de l'environnement Pong, venant des jeux Atari. Les jeux

Atari étant plus complexes, et l'observation étant ici une image, l'archi-

tecture de BHNN doit être légèrement adaptée. Nous utilisons donc la

variante LSTM de l'algorithme A3C [Mni+16b], et la représentations

des observationsyt (les images tirées du jeu) viennent d'un réseau de

convolution (quatre couches de convolution, chacun avec 32 �ltres de

taille 3 � 3 avec stride 2). Les couches du LSTM sont de taille 256.
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Comme fait habituellement dans le cas des jeux Atari, chaque action

est répétée quatre fois après avoir été choisie. Les résultats avec l'al-

gorithme FiGAR (décrit plus loin) viennent directement de l'article

concerné [Sha+17].

Dans le cas des environnements où l'observation au tempst contient toutes les

informations nécessaires comme CartPole et LunarLander, le modèle d'option

n'a pas besoin d'être récurrent. Ainsi,ot est uniquement dépendant dex t et

de yt .

Algorithmes utilisés pour comparaison

Nous comparons BHNN a un algorithme du gradient de la politique récurrent

(noté R-PG) avec des cellules GRU. A noter que cette méthode R-PG a accès

à toutes les observations (x t et yt ) à chaque pas de temps, et peut trouver

les politiques optimales dans ces environnements ; alors que BHNN doit

apprendre à utiliser l'observation le moins possible tout en conservant une

politique raisonnable.

Nous comparons également BHNN au framework FiGAR (Finer Grained Ac-

tion Repetition [Sha+17]). FiGAR permet à l'agent de choisir une action et

le nombre de fois où cette action va être répétée avant de devoir choisir une

nouvelle action. Ainsi, FiGAR utilise l'observation de l'environnement unique-

ment quand il faut décider d'une nouvelle action. Nous avons réimplémenté

FiGAR en utilisant une architecture semblable à R-PG et à BHNN, en �xant le

nombre de répétitions maximales à 10 pour CartPole et LunarLander et à 5

pour 3 � 3-rooms (d'autres nombres ont été testé mais donnaient de moins

bons résultats). A�n de comparer équitablement les méthodes, nous avons

également testé FiGAR avec une récompense augmentéer � qui inclut le coût

� .

Résultats

Le tableau 4.1 contient les résultats. Deux versions de chaque environnement

ont été utilisées : une déterministe (� = 0) et une stochastique (� = 0:25), où
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� = 0 � = 0 :25
R %obs R %obs

Cartpole
R-PG 200 1 196.0 1

FiGAR� = 0 200.0 0.38 185.3 0.44
FiGAR� = 1 199.3 0.23 184.2 0.3131

BHNN � = 0 :5 199.7 0.06 181.6 0.26
BHNN � = 1 190.3 0.05 172.2 0.20

Lunar Lander
R-PG 227.3 1 109.3 1

FiGAR� = 0 227.5 0.33 119.6 0.31
FiGAR� = 0 :5 220.6 0.20 108.89 0.14
BHNN � = 0 :5 221.2 0.16 91.6 0.07
BHNN � = 5 210.5 0.06 90.4 0.04

3 � 3-rooms
R-PG -3.3 1 -14.9 1

FiGAR� = 0 -5.02 0.68 -15.4 0.98
FiGAR� = 1 -6.9 0.44 -22.1 0.52
BHNN � = 1 -7.4 0.36 -16.3 0.61

Pong
LSTM-A3C 21 0.25 - -

FiGAR� = 0 20.32 0.077 - -
BHNN � = 0 :01 19.9 0.02 - -

Table 4.1: Valeurs des récompenses et des pourcentages d'observations deyt pour les
différents environnements, avec différentes valeurs de coût� et différents
niveaux de stochasticité de l'environnement� .

le mouvement de l'agent peut échouer avec la probabilité� . Dans ce cas, une

transition aléatoire est appliquée.

Dans les environnements déterministes (� = 0), le modèle BHNN réalise

des performances semblables aux baselines, alors que le modèle n'utilise

l'observation que très peu au cours d'un épisode. Dans le cas de CartPole par

exemple, nous voyons ligne 4 que l'agent n'utilise l'observation que 6% du

temps (quand � = 0:5) pour des résultats comparables au modèle du gradient

de la politique (qui utilise l'observation en permanence) ou au modèle FiGAR

(qui peut n'utiliser l'observation que environ un quart du temps). Ces résul-

tats montrent clairement que dans le cas d'environnements déterministes

suf�samment simples, recevoir des observations en permanence n'est pas

nécessaire : étant donné une situation initiale, l'agent peut apprendre quelle

séquence d'actions est optimale à partir d'un état initial donné, et cette sé-

quence sera toujours la même pour cet état. Lorsque nous comparons BHNN

avec FiGAR, nous voyons que BHNN permet d'obtenir à peu près les mêmes

performances que FiGAR tout en observant beaucoup moins l'environnement.

Là encore, le résultat est attendu : FiGAR répète la même action plusieurs

fois alors que BHNN permet de découvrir des macro-actions, qui mélangent

des actions différentes et permettent plus de possibilités.

L'hyper-paramètre du coût � permet d'ajuster le compromis entre la perfor-

mance et la quantité d'observations utilisées. Un coût plus élevé incite le
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modèle à observer moins souvent, en dégrandant aussi peu que possible les

performances.

Dans les environnements stochastiques (� = 0:25), les observations doivent

être utilisées plus souvent et les performances sont moindres : pour l'envi-

ronnement 3 � 3-rooms ligne 14 par exemple, nous voyons que BHNN utilise

des observations 61% du temps dans le cas stochastique (contre 36% dans

le cas déterministe) tout en ayant une performance moindre (-16.3 contre

-7.4). Ces résultats sont dus à la stochasticité : il n'est dans ce cas pas possible

pour l'agent de déduire sa position et de prévoir l'évolution du monde en

connaissant uniquement l'action qu'il a choisi. Ainsi, l'agent doit observer

autour de lui plus souvent. Cela démontre les limites des politiques open-loop

(qui n'utilisent pas d'informations provenant de l'environnement) dans des

environnements non prévisibles, et justi�e l'utilisation d'une observation

bas-niveaux t dans la suite : cette nouvelle observation permettra de faire

face à la stochasticité, tout en n'étant pas aussi coûteuse que l'observation

haut-niveau yt .

4.3.4 Utilisation d'observations bas-niveau et

haut-niveau

Comme montré précédemment, le problème des politiques open-loop (c'est-

à-dire des politiques qui décident d'une action sans utiliser aucun retour de

l'environnement) est que, si l'environnement est stochastique, l'agent ne peut

pas prévoir son évolution sans en recevoir des informations.

Nous étudions donc maintenant une con�guration où l'environnement dé-

livre en permanence une information peu coûteuse et minimale x t , alors

que l'observation haut-niveau et plus complèteyt n'est délivrée que sur de-

mande. Le raisonnement est quex t peut permettre de mieux décider quelle

action effectuer tout en demandant un effort cognitif moindre par rapport à

l'utilisation de l'observation complète yt .

Nous utilisons dans ce but une nouvelle version de l'environnementk � k-

rooms. Cette fois, x t contient la position de l'agent dans la pièce actuelle,

alors que yt contient le reste de l'information (c'est-à-dire la position des

portes, et la position du but s'il est dans la pièce actuelle). Ainsi, la différence

avec la version précédente est que l'agent a accès en permanence à sa position
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sa position dans la pièce et peut davantage compenser la stochasticité de

l'environnement. Tout comme dans le cas déterministe aveugle, l'agent peut

découvrir des options pertinentes et ne récupère l'information haut niveau

qu'une seule fois par pièce (voir section 4.3.5).

Cette expérience montre l'utilité d'utiliser en permanence une observation

bas-niveau qui demande un coût cognitif moindre (que ce soit par le coût

d'acquisition ou le coût d'utilisation de cette observation), en contraste avec

les politiques temporairement open-loop qui n'utilisent parfois aucun retour

de l'environnement.

4.3.5 Analyse des options découvertes

La �gure 4.5a illustre les trajectoires prises par l'agent dans l'environnement

3 � 3-rooms. Les points représentent les positions où l'agent a utilisé une

observation haut-niveau et donc où de nouvelles options ont été générées.

Nous constatons que l'agent apprend à observeryt uniquement une fois par

pièce (il n'y a qu'un point par pièce pour chaque trajectoire) puis utilise

l'option choisie jusqu'à ce qu'il arrive dans une nouvelle pièce. Ainsi, l'agent

déduit de yt s'il doit bouger jusqu'à une autre pièce (et par où), ou s'il doit

rejoindre le but (s'il se trouve dans la pièce actuelle). Précisons que l'agent

ne peut pas se diriger directement dans la pièce où se trouve le but car le but

peut changer de pièce à chaque nouvelle trajectoire et l'agent ne peut avoir

aucune information à ce sujet, avant de se trouver dans la pièce concernée.

Etant donné qu'il ne voit que ce qu'il y a dans la pièce actuelle, il les explore

toutes les unes après les autres.

Nous pouvons également observer les vecteurs latents des différentes options

en utilisant l'algorithme t-SNE (�gure 4.5b). Les options représentées par des

couleurs identiques (par exemple tous les points verts) correspondent à des

observations où les buts sont dans des positions similaires. Nous observons

que toutes les options vertes (ou toute autre couleur) sont proches dans la

projection de l'espace latent, ce qui signi�e que l'espace latent des options

capture effectivement de l'information pertinente au sujet des options sem-

blables. En effet, l'agent doit effectuer un parcourt similaire pour des buts

qui sont proches les uns des autres.
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Figure 4.8: Architecture Hierarchical Multiscale Recurrent Neural Network(HM-
RNN), tirée de [Chu+16]. La structure hiérarchique entre les mots
d'une phrase est détectée automatiquement.

4.3.7 Découverte d'options discrètes

Nous utilisons ici la version discrète du modèle décrite en 4.2.5. Nous utilisons

l'environnement 3 � 3-rooms, avec un nombre d'options possiblesK = 9.

Nous pouvons voir un exemple de trajectoires générées sur la �gure 4.7. Nous

voyons que la politique apprise parvient bien au but, mais l'apprentissage est

plus dif�cile du fait des options discrètes. L'agent apprend à changer d'options

beaucoup plus souvent car elles sont moins expressives, et, du fait de la

dif�culté d'apprentissage (les algorithmes en apprentissage profond ont en

général plus de dif�cultés à apprendre des décisions discrètes), l'agent change

parfois d'options alors que ce ne serait pas nécessaire, par exemple pour la

politique verte "aller vers la droite". Apprendre des options représentées par

des vecteurs latents continus parait donc plus intéressant.

4.4 Autres travaux pertinents

L'architecture la plus proche de BHNN est le Hierarchical Multiscale Recurrent

Neural Network [Chu+16], qui découvre des structures hiérarchiques dans

des séquences (les expériences sont effectuées sur de la modélisation de

langage au niveau des caractères et sur de la génération de séquences écrites à

la main). On peut voir une illustration de l'architecture proposée en �gure 4.8.

Les différentes couches du réseau récurrent sont séparées par un détecteur

binaire appris grâce à un estimateurstraight-through [Ben+13].

66 Chapitre 4 Découverte d'une hiérarchie en apprentissage par renforcement



Dès 1996, [Han+96] s'intéresse au coût de la récupération d'observations

pour un robot dans un environnement incertain. L'agent doit donc apprendre

à alterner entre l'observation et la prise de décision pour réduire le coût tout

en gardant une bonne idée de l'état de l'environnement. Le concept d'effort

cognitif utilisé dans notre modèle a été succintement introduit dans [BP15a]

(mais dans le cas d'options discrètes), et les options intrinsèques (c'est-à-dire

les options dé�nies par des vecteurs latents) ont été utilisées dans [Gre+16]

(l'utlisation de vecteurs pour représenter le but a été d'abord utilisé dans

[Sch+15]). L'utilisation de cet effort cognitif permet de dé�nir clairement

comment apparaît la hiérarchie.

La con�guration aveugle du modèle BHNN, décrite dans la section 4.3.3,

est très proche de l'utilisation de macro-actions (stochastiques), utilisée par

exemple dans [Hau+98 ; Mni+16c] : la politique associe à un état donné

une séquence d'actions élémentaires. Le framework FiGAR [Sha+17] auquel

on compare notre modèle en est un cas simpli�é qui permet à l'agent de

répéter la même action plusieurs fois étant donné une observation. Il permet

d'augmenter n'importe quel algorithme d'apprentissage par renforcement

qui utilise une politique explicite, en lui ajoutant la capacité de prédire pour

combien de pas de temps l'action choisie doit être répétée. Ce choix se fait en

fonction de l'état courant de l'environnement. Pour déterminer le nombre de

répétition d'une action, FiGAR met à jour une seconde politique (qui renvoit

le nombre de répétitions à effectuer).

Le problème de ces politiques qui mêlentopen-loopet closed-loopest qu'elles

sont trop limitées dans des environnements complexes et/ou stochastiques si

elles n'utilisent pas assez souvent les observations de l'environnement.

Il est également possible de séparer l'espace des états en plusieurs parties.

Dans [Hee+16], un contrôleur haut-niveau a accès à toutes les informa-

tions, alors qu'un contrôleur bas-niveau a uniquement accès aux informations

proprioceptives. [Flo+16] factorise également l'espace d'état en deux com-

posants sur un ensembles de tâches. L'observation de l'agent possède une

partie commune entre toutes les tâches (qui peut représenter les informations

sur la dynamique du robot) alors qu'une autre est spéci�que à certaines

tâches. L'agent apprend d'abord à résoudre des tâches simples en utilisant

l'observation commune entre les tâches, chaque tâche correspondant à une

compétence. Une nouvelle tâche plus complexe peut ensuite utiliser ces com-

pétences : l'agent choisit grâce à l'observation complète quelle compétence
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il souhaite utliser, puis utilise l'observation commune pour décider d'une

action grâce à un réseau de neurones stochastiques (chaque compétence est

encodée par un vecteur binaire).

L'architecture générale de BHNN, qui utilise deux observations plus ou moins

informatives, ressemble davantage à ces modèles où le contrôleur bas-niveau

a accès à moins d'informations que le contrôleur haut-niveau, mais peut

tout de même échanger avec l'environnement. Cependant, ces modèles n'ap-

prennent jusqu'à présent pasquand ils doivent utiliser le contrôleur haut-

niveau.

4.5 Conclusion et pistes

Nous avons proposé dans ce chapitre un modèle hiérarchique pour l'appren-

tissage par renforcement, où l'agent apprend quand est-ce qu'il doit acquérir

une information plus complète mais plus coûteuse. L'idée est en lien avec

le concept d'habitudes en neurosciences, et la volonté d'avoir un effort cog-

nitif moindre. Le modèle est appris grâce à un apprentissage budgétisé :

l'acquisition de l'information additionnelle, et donc le calcul d'une nouvelle

option, engendre un coût qui s'ajoute à la récompense fournie par l'environ-

nement. La politique apprise est alors un compromis entre ef�cacité et effort

cognitif.

Les résultats expérimentaux montrent qu'il est possible de réduire cet effort

cognitif (i.e. l'acquisition et l'utilisation des observations) sans que les perfor-

mances se dégradent trop. Nous avons également montré l'intérêt d'utiliser

plusieurs niveaux d'observations et d'utiliser en permanence une observation

bas-niveau, plutôt que d'observer soit tout, soit rien : il est ainsi possible

d'utiliser moins souvent l'observation haut-niveau tout en conservant un

coût cognitif peu élevé. En�n, l'observation des options trouvées permet de

montrer leur pertinence.

Ce travail ouvre différentes perspectives. La première serait d'étudier si

BHNN peut être utilisé dans des problèmes d'apprentissages par renforce-

ment multi-tâches : en effet, l'environnement k � k-rooms peut être vu comme

un problème multi-tâches, étant donné que la position du but est choisie

aléatoirement à chaque épisode. Une autre possibilité serait d'étudier des

tâches où l'agent peut acquérir différentes observations (et pas uniquement
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deux comme étudié ici), par exemple si un robot a plusieurs capteurs et

doit choisir lesquels utiliser. Un problème intéressant mais dif�cile serait

l'interaction avec un autre modèle plus coûteux, comme le suggère les der-

nières expériences de la section 4.3.6 : l'agent pourrait décider quand utiliser

un algorithme model-based (à temps d'exécution plus lent) en utilisant le

reste du temps un algorithme model-free. Le soucis de cette con�guration

est l'apprentissage conjoint des deux modèles, et rejoint les problématiques

d'apprentissage multi-agents.

En�n, il est possible de considérer que l'observation haut-niveau, plus coû-

teuse, est une instruction qui provient d'un humain qu'on ne souhaite pas

solliciter à chaque pas de temps. Cette idée mène au chapitre suivant.
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5Interaction en langage

naturel

Notre troisième contribution concerne l'interaction en langage naturel. En

effet, dans le cadre d'une interaction d'un agent arti�ciel avec un humain,

l'utilisation du langage naturel serait souhaitable car plus facile à appréhender

pour un humain non expert. Nous allons d'abord présenter l'environnement

où nous effectuerons nos expériences a�n de bien placer le cadre du pro-

blème. Nous reproduisons ensuite un modèle d'acteur (un agent qui suit des

instructions en langage naturel), puis un modèle de locuteur (un agent qui

génère des instructions). A�n de pallier au manque de données fréquent en

interaction, nous testons ensuite un apprentissage joint des deux modèles pré-

cédents. En�n, nous présenterons un essai d'architecture hiérarchique, utile

lorsque l'agent suit plusieurs instructions, ou génère plusieurs instructions, à

la suite.

5.1 Introduction

Le langage naturel permet de transmettre des informations complexes et

variées, mais, si l'énorme avantage est qu'un humain le connaît déjà et

n'aura besoin que d'une adaptation minime a�n d'échanger avec un agent

arti�ciel, le suivi d'instructions en langage naturel n'est pas encore résolu.

Les instructions peuvent en effet être ambiguës, contenir des dépendances

complexes (éventuellement avec l'environnement), et une même instruction

peut être exprimée de manières différentes.

Dans le chapitre précédent, section 4.3.6, nous utilisions l'architecture BHNN

pour représenter la politique d'un agent qui se déplace dans un labyrinthe

et doit choisir quand demander une instruction a�n de savoir où aller. L'ins-

truction consistait uniquement en l'action optimale, donnée par un oracle.

Nous souhaitons cette fois utiliser des instructions plus complexes. Nous

étudions ainsi dans ce chapitre l'interaction en langage naturel avec un agent

arti�ciel. L'agent évolue au sein d'un environnement, et les instructions dé-
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pendent souvent de l'environnement : ainsi, l'agent doit relier l'instruction à

ses observations de l'environnement a�n d'agir.

De nombreux travaux en apprentissage supervisé existent déjà sur la com-

préhension d'instructions en langage naturel [Mei+16]. Quelques travaux,

toujours essentiellement en apprentissage supervisé, existent également sur

la génération d'instructions [Dan+17], mais dans un cas comme dans l'autre,

le problème principal est souvent le manque de données. Certains travaux pal-

lient à ce problème en générant automatiquement des instructions [Yu+17],

mais les instructions sont alors très simples et le langage généré par l'agent

est forcément limité. La récupération de données instructionnelles est mal-

heureusement coûteuse, et nous cherchons dans ce chapitre des solutions à

ce problème.

La solution que nous proposons est d'utiliser un apprentissage joint locu-

teur/acteur, inspiré de l'apprentissage dual en traduction [He+16a]. En

traduction automatique, on dispose généralement d'un jeu de données qui

donne des correspondances entre les langues A et B, mais également de

corpus importants dans chacune des langues. L'apprentissage dual permet

de tirer parti de ces corpus mono-lingual sans traduction, a�n d'améliorer la

qualité du modèle de traduction.

Dans le cas qui nous intéresse d'interaction en langage naturel, nous propo-

sons d'apprendre à la fois unacteur qui agit dans l'environnement en suivant

une instruction en langage naturel (équivalent à une traduction A! B), et un

locuteur qui génère une instruction pour décrire une tâche (équivalent à une

traduction B! A). L'interaction entre les deux agents locuteur/acteur peut

permettre d'améliorer les résultats de l'un et/ou de l'autre sans nécessiter

de corpus supplémentaire, car nous pouvons dans beaucoup de cas générer

facilement de nouvelles trajectoires - l'équivalent d'un corpus mono-lingual

dans la langue B.

La �gure 5.1 décrit l'architecture globale. Les modèles de locuteur et d'acteur

sont appris dans un premier temps en apprentissage supervisé grâce à un jeu

de données. Dans un second temps, l'acteur permet d'obtenir un retour sur

la qualité des instructions générées par le locuteur : le locuteur génère des

instructions à partir d'une trajectoire aléatoire, l'acteur suit ces instructions,

et les paramètres du locuteur peuvent être améliorés grâce à des techniques

d'apprentissage par renforcement selon que l'acteur ait atteint son but ou pas.
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Figure 5.1: Illustration du modèle locuteur/acteur. Le locuteur génère une instruc-
tion à partir d'une trajectoire ; l' acteur choisit quelle action effectuer
d'après une instruction reçue (éventuellement générée par le locuteur,
comme sur la �gure) en interaction avec l'environnement.

L'utilisation simultanée des deux agents permet donc d'évaluer la qualité des

instructions générées sans nécessiter l'intervention d'un être humain.

5.2 Contributions et plan

Dans un premier temps, nous décrirons l'environnement que nous utilisons

pour tester nos architectures. Nous exposerons ensuite l'architecture de

l'acteur tirée de [Mei+16] et nos expériences pour reproduire les résultats de

l'article. Nous présenterons ensuite nos contributions : le modèle de locuteur

(qui suit la même architecture que l'acteur) et les expériences associées,

l'apprentissage joint entre le locuteur et l'acteur, et en�n une architecture

hiérarchique a�n de travailler sur des séquences d'instructions. Nous �nirons

par une bibliographie exposant les articles liés.

5.3 Un exemple d'environnement

Nous souhaitons étudier la compréhension et la génération d'instructions

d'un agent en interaction avec un environnement. Nous avons donc besoin

d'un environnement où l'agent peut effectuer des tâches différentes, et où ces

tâches peuvent être décrites en langage naturel ; mais nous avons également

besoin d'un jeu de données avec des exemples d'instructions qui décrivent

une tâche.
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Figure 5.2: Image tirée de [Mac+06]. Exemple de la vue d'un humain à la première
personne dans l'un des environnements.

Un tel jeu de données est celui introduit dans [Mac+06]. Nous allons l'utiliser

pour toutes nos expériences.1

Nous allons dans cette partie détailler l'environnement utilisé et la manière

dont les observations sont encodées. L'environnement consiste en trois laby-

rinthes virtuels, où les sols et les murs ont des couleurs différentes, et où des

objets peuvent être posés sur le sol (voir �gures 5.2 et 5.3). Des trajectoires

ont été tirées entre deux points du labyrinthe, et des humains testeurs ont

donné des instructions en langage naturel qui permettent d'aller du point de

départ au point d'arrivée. Le jeu de données contient 703 instructions consti-

tuées de plusieurs phrases, qui une fois divisées en phrases donnent 3234

instructions plus simples. Les instructions contiennent parfois des erreurs

grammaticales et d'orthographe.

Le jeu de données contient également des trajectoires effectuées par plusieurs

humains qui ont suivi les instructions a�n de les tester. Uniquement 68.4% de

ces trajectoires atteignent le but (normalement) décrit par l'instruction : les

instructions sont donc peu claires, et lorsqu'elles sont coupées en phrases, 354

des phrases (sur 3234) n'ont été suivi correctement par aucun des testeurs.

On peut donc supposer que ces instructions en particulier sont incorrectes

car jamais suivies correctement.

1. Ces derniers mois d'autres jeux de données semblables sont sortis, qui pourraient
également être utilisés ; voir section 5.9
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Figure 5.3: Image tirée de [Mei+16]. L'un des labyrinthes utilisé comme environne-
ment. Les couleurs des sols et des murs varient, et les lettres désignent
des objets posés aux intersections. Un exemple de trajectoire associée à
un paragraphe instructionnel est montré par les �èches pointillées.

nombre d'instructions (paragraphes) 703
nombre d'instructions (phrases) 3234

nombre d'instructions (phrases) qu'au moins un testeur a réussi à suivre 2880
Table 5.1: détails du jeu de données

On peut voir dans le tableau 5.1 les détails sur le jeu de données. La �gure

5.4 montre l'histogramme du nombre d'actions par trajectoire, et 5.5 l'histo-

gramme du nombre de mots par phrases. Nous remarquons que beaucoup

de trajectoires sont très courtes (319 des trajectoires ne contiennent qu'une

action ! et 1517 en contiennent deux, ce qui fait que plus de la moitié du jeu

de données est constitué de trajectoires (phrases) d'une ou deux actions...)

Les tailles de phrases sont un peu plus équilibrées, même si beaucoup d'entre

elles sont tout de même constituées d'uniquement deux mots.

Voici des exemples d'instructions du jeu de données :

— move forward past the chair to the hatrack

— turn left and move straight to the end of the green octagon alley

— turn left

— go to blue

— then pink area
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— position 7 is in the middle of the grey �oored hall with a coat rack or

unkownword

— go forward one segment

Nous disposons de trois cartes différentes. Dans les expériences, nous utilisons

une validation croisée 3-fold : les données de deux cartes sont utilisées en

entraînement, et la troisième carte est utilisée en test. Nous alternons ensuite

la carte utilisée en test et nous faisons la moyenne de tous les résultats. Dans

toutes les expériences, sauf mention contraire, les paragraphes sont coupés

en phrases (ainsi que les trajectoires associées), et les données utilisées sont

les phrases et non les paragraphes complets.

Observations de l'environnement : Les données sont encodées comme dans

[Mei+16] : l'observation ot est un vecteur binaire. Il s'agit de la concaténation

de vecteurs sacs-de-mots qui contiennent l'information comme quoi un objet,

un motif au sol, une peinture au mur, est présent ou pas, pour chaque direc-

tion (gauche, devant, droite) . Il contient également l'information comme

quoi il y a un mur juste à gauche, devant, à droite de l'agent. Dans le cas de

l'acteur, la dernière action effectuée est également ajoutée à l'observation,

comme souvent fait en apprentissage par renforcement.

5.4 Modèle locuteur/acteur et notations

Notre but est d'obtenir un agent qui apprend à suivre des instructions en

langage naturel (l'acteur ) ainsi qu'un agent qui apprend à générer des ins-

tructions en langage naturel (le locuteur ). Chaque modèle est d'abord appris

séparément en apprentissage supervisé, grâce au jeu de données dont on

dispose. Les deux modèles seront ensuite utilisés conjointement. La �gure

5.1 illustre l'utilisation jointe des deux modèles.

On note une instruction en langage naturel (w1; :::wn ), chaquewi étant un

mot de la phrase, représenté par un vecteurone-hot(c'est-à-dire un vecteur

constitué de zéros et d'un "un" à l'indice qui correspond au mot).

Au temps t, l'action effectuée par l'agent est notéeat , et son observation de

l'environnement est ot . Une trajectoire est dé�nie par les observations et les

actions entre l'état initial t = 1 et l'état �nal t = T : (o1; a1; :::aT � 1; oT ; aT )

(avec aT l'action "stop").
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Les modèles utilisés pour l'acteur et le locuteur sont tirés de [Mei+16], où

le modèle est uniquement utilisé pour du suivi d'instructions. Il s'agit d'une

architecture encodeur-aligneur-decodeur, couramment utilisée en traduction

automatique [Bah+14].

L'acteur A prend en entrée une instruction (w1; :::wn ), puis, à chaque pas de

temps t, reçoit l'observation de l'environnement ot et génère une actionat .

Le locuteur L prend en entrée la trajectoire (o1; a1; :::oT ; aT ) et génère une

instruction (w1; :::wn ) a�n que l'instruction donne toutes les informations

nécessaires pour aller du point de départ au point d'arrivée.

Encodage des mots : Les mots sont encodés sous forme de vecteur one-hot

puis une représentation des mots est apprise conjointement au modèle. On

ne corrige pas les erreurs d'orthographes et grammaticales des instructions,

mais les mots utilisés moins de quatre fois dans tout le jeu de données sont

remplacé par un token "unknown". Le vocabulaire contient en tout 271 mots,

c'est pourquoi nous n'avons pas utilisé des librairies avec des représentations

de mots déjà apprises : nous pouvons travailler avec des vecteurs de tailles

bien inférieures.

5.5 Apprentissage supervisé de l'acteur

Le but de l'acteur est de suivre une instruction en langage naturel selon son

environnement. L'agent doit relier son observation de l'environnement à l'ins-

truction : ainsi, l'instruction "Prendre la première à gauche" ne donnera pas

la même séquence d'actions selon où se trouve le premier chemin allant vers

la gauche. Les paramètres du modèle d'acteur sont appris en apprentissage

supervisé, grâce au jeu de données décrit précédemment en section 5.3.

Le modèle utilisé par l'acteur est une adaptation directe de [Mei+16]. Il s'agit

d'une architecture encodeur-aligneur-decodeur, que nous allons détailler dans

la suite. Nous présenterons ensuite les résultats obtenus : nous cherchons à

reproduire les résultats obtenus des articles précédents, mais également à

mieux comprendre ces résultats en testant différents capteurs.
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Figure 5.6: Image tirée de [Mei+16]. Architecture de l'acteur.

5.5.1 Architecture

L'agent génère à chaque pas de tempst une action at ; la trajectoire se termine

quand l'action STOP est émise. Sommairement, l'architecture est constituée

d'un encodeur-aligneur-décodeur :

— l'encodeur utilise l'instruction en langage naturel (w1; :::wn ) et calcule

sa représentation(h1; :::hn ) grâce à un réseau récurrent bi-directionel.

— l'aligneur récupère les mots(w1; :::wn ), la représentation de l'instruction

donnée par l'encodeur (h1; :::hn ) et l'état courant du décodeur st � 1 (qui

représente le dernier état de l'agent), et calcule un vecteurzt qui encode

les instructions pour un temps t donné comme une somme modérée

des vecteurswj et hj .

— le décodeur est un réseau récurrent neuronal d'état cachést qui prend

en entrée le vecteurzt de l'aligneur et l'état du monde yt , et renvoie la

distribution de probabilité de la prochaine action.

L'architecture est détaillée en �gure 5.6. Plus précisémment :

Encodeur

— Entrée : (w1; :::wn ) une instruction de n mots ; chaquewi est un vecteur

binaire qui représente le mot i de la phrase

— Sortie : (h1; :::hn ) l'encodage desn mots grâce à un Bi-LSTM

Aligneur

— Entrée au temps t : l'instruction (w1; :::wn ), la sortie de l'encodeur

(h1; :::hn ), l'état précédent du décodeurst � 1
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— Sortie au temps t : zt le vecteur de contexte qui représente l'instruction

sous forme d'une somme pondérée des vecteurs des mots(w1; :::wn ) et

de leur encodage(h1; :::hn ) :

zt =
X

i

� ti

0

@x i

hi

1

A (5.1)

avec les poids� ti :

� ti = exp(� ti )=
X

j

exp(� tj ) (5.2)

� tj = lin (concat(st � 1; x j ; hj )) (5.3)

où lin représente un réseau neuronal à une couche (i.e. perceptron)

Décodeur

— Entrée au temps t : zt la sortie de l'aligneur, l'état précédent du déco-

deur st � 1, l'observation de l'environnement par l'agent ot

— Sortie au temps t : st le nouvel état du décodeur après une cellule

LSTM qui prend en entrée la concaténation dezt et ot , et les probabilités

de chaque actionpa :

at = sof tmax (f (concat(zt ; ot ; st ))) (5.4)

où f est un réseau de neurones linéaire à deux couches.

5.5.2 Apprentissage

Les données utilisées pour l'apprentissage sont des triplets contenant une

instruction, et la trajectoire associée avec d'une part la séquence d'actions

utilisées et d'autre part les observations récupérées à chaque pas de temps :

une donnée est donc constituée de(instructions, observations, actions).

L'apprentissage est supervisé : l'agent cherche à reproduire la trajectoire as-

sociée à l'instruction. Le modèle est donc entraîné a�n de prédire la séquence

d'actions (a1; :::aT ) étant donné une instruction (w1; :::wn ) et une séquence

d'observations(o1; :::oT ) de l'ensemble d'entraînement.
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Nous utilisons un coût negative log-likehood pour l'action à chaque pas de

temps t :

L t = � logP(a�
t jot ; w1; :::wn ) (5.5)

où a�
t est l'action utilisée au pas de tempst dans les données d'entraîne-

ment.

Le modèle étant différentiable, les paramètres peuvent être appris par back-

propagation.

5.5.3 Expériences

Métrique d'évaluation : L'évaluation de l'acteur se fait sur la résolution ou

non de la tâche. La tâche est résolue si l'agent arrive à la bonne position

�nale décrite par l'instruction, dans la bonne orientation. Le résultat donné

est la moyenne de la précision sur toutes les données de tests.

Description des expériences : L'architecture de notre acteur est autant que

possible identique à celle de [Mei+16]. La différence la plus importante

est que nous n'utilisons pas d'algorithme de recherche en faisceau (beam

search) qui dans [Mei+16] maintient une liste des 10 meilleures hypothèses

lors de la phase de test pour sélectionner la plus probable. De plus, a�n

de réduire le bruit, 10 modèles initialisés aléatoirement y sont utilisés, et

l'action choisie utilise la moyenne des probabilités de ces 10 modèles. Dans

nos expériences, nous n'utilisons aucune des deux méthodes. Nous les avons

testées sur le modèle d'acteur mais la recherche en faisceau n'a pas amélioré

les résultats et l'utilisation de 10 modèles ralenti énormément les tests, pour

une amélioration minime des résultats.

Nous testons également quelques variantes concernant les observations et les

données utilisées.

De base, l'observation de l'environnement concerne, comme on l'a vu en 5.3,

les couleurs du couloir, les motifs des murs, les objets visibles devant, à droite

et à gauche de l'agent, ainsi que les murs adjacents. Nous pouvons aussi tester

le modèle sans aucune observation (ot contient alors uniquement l'action at ),

ou avec une observation qui contient uniquement les informations sur les

5.5 Apprentissage supervisé de l'acteur 81



murs adjacents, a�n de mieux comprendre à quel point le modèle utilise les

informations de l'environnement.

En�n, étant donné que les testeurs humains n'ont jamais atteint le but pour

11% des instructions, nous testons également les modèles sur les données

notées"instructions correctes", qui contiennent uniquement les instructions où

au moins un des humains testeurs (pas forcément tous) ont atteint le but en

les suivant. Cela nous permet ainsi d'éliminer les instructions trop incorrectes

qui risquent de bruiter les résultats.

Résultats : Nous pouvons voir les résultats dans le tableau 5.2. Le modèle

"basique" est l'architecture utilisée dans [Mei+16], sans la recherche en

faisceau ni l'utilisation de la moyenne de 10 modèles différents pour choisir

l'action en test. Les résultats lorsque nous reproduisons ce modèle (ligne 4)

sont de 0.65, ce qui reste légèrement inférieur à ceux donnés dans l'article

(0.70). L'utilisation de 10 modèles n'améliore que très peu les résultats,

avec des résultats de 0.66 (dernière ligne) tout en ralentissant de manière

conséquente les expériences. La recherche en faisceau testée n'a pas du tout

amélioré les résultats. Plusieurs explications sont possibles :

— de légères différences d'architecture

— un beam-search spéci�que utilisé dans [Mei+16], en particulier la

fonction d'évaluation de la qualité de la trajectoire, car nous en avons

testé plusieurs sans résultat

A�n de mieux comprendre comment le modèle utilise les observations ot ,

nous testons d'autres observations de l'environnement :

— uniquement les informations sur la présence ou non de murs adjacents,

les résultats sont alors de 0.65

— les informations sur la présence ou non de murs adjacents et la dernière

action utilisée, les résultats sont également de 0.65

— aucune observation de l'environnement, les résultats sont alors de 0.58

On remarque dans un premier temps que supprimer toutes les informations

sur les couleurs des murs, des sols, et sur les objets présents, donne les mêmes

résultats que l'observation complète. En utilisant uniquement les informations

sur la présence ou pas de murs adjacents (et donc sur s'il peut avancer dans

telle direction ou pas), l'agent obtient des performances équivalentes. L'acteur

n'a donc probablement pas appris à relier les instructions du style "follow this

hall until it's with the yellow tiled hall " à la couleur du sol ou des murs.
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détails du modèle précision
baseline : humains (pour les paragraphes) 0.684

MBW 0.70
Fried Andreas Klein 0.68

basique 0.65
obs = murs visibles 0.65

obs = murs visibles + dernière action 0.65
pas d'obs 0.58

basique, données = instructions correctes 0.68
basique, moyenne de 10 modèles 0.66

Table 5.2: Résultat pour l'acteur (apprentissage supervisé). MBW est le modèle de
[Mei+16] que nous reproduisons ; FAK est le modèle de [Fri+17] qui
reproduit MBW.

L'agent peut même n'utiliser aucune information provenant de l'environne-

ment (il suit donc l'instruction "en aveugle") tout en obtenant des résultats

convenables. Cela s'explique par la présence importante d'instructions simples

(du style "tourner à droite") qui ne sont reliées qu'à un faible nombre d'actions

(entre une et trois).

L'agent apprend donc facilement à suivre les instructions simples, sans avoir

besoin de les relier à des informations complexes de l'environnement ; mais

peine dès qu'il doit suivre des instructions plus détaillées.

Comme certaines instructions suivies par des testeurs humains paraissent

incorrectes, nous pouvons nous demander à quel point elles in�uent sur

l'apprentissage. Nous testons donc l'acteur sur les données où au moins un

des humains qui ont suivi les instructions ont atteint le but, a�n d'éliminer

les instructions trop incorrectes. Dans ce cas, le modèle donne un score de

0.68 au lieu de 0.65 : l'in�uence de ces instructions incorrectes est donc

minime.

5.5.4 Conclusion

Notre reproduction de l'architecture donne des résultats proches de ceux

de la littérature, bien que légèrement inférieurs. Il est plus problématique

de se rendre compte que le modèle n'utilise que très peu les informations

pertinentes de l'environnement : les objets, les couleurs... ne sont �nalement

pas utilisés par le modèle. Les données utilisées sont malheureusement mal

équilibrées : nous y trouvons beaucoup de données simples (nombre de mots
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et d'actions faibles) et peu de données plus complexes, ce qui ne permet pas

un apprentissage correct des paramètres des réseaux de neurones pour suivre

les instructions complexes.

5.6 Apprentissage supervisé du locuteur

Le locuteur résout la tâche inverse de l'acteur : il génère une instruction pour

indiquer comment arriver à un but. Nous simpli�ons la tâche en fournissant

directement au locuteur une trajectoire possible du point de départ au point

d'arrivée : le locuteur n'a donc pas besoin de trouver comment arriver au but.

L'instruction générée doit contenir toutes les informations nécessaire a�n de

suivre cette trajectoire.

Nous allons dans un premier temps décrire l'architecture utilisée et l'appren-

tissage, puis décrire nos expériences.

5.6.1 Architecture

Le locuteur utilise presque la même architecture que l'acteur, avec de légères

différences :

— il prend en entrée la représentation d'une trajectoire dans l'environ-

nement : une séquence(o1; a1; :::oT ; aT ) contenant pour chaque pas de

temps t l'observation du monde ot et l'action at effectuée

— il génère une séquence de mots(w1; :::wn )

— à l'itération i , le décodeur utilise le mot précédent wi � 1 (à la place de

ot � 1 pour l'acteur)

Comme l'acteur, le locuteur génère une phrase qui se �nit quand le mot STOP

est émis.

5.6.2 Apprentissage

Les paramètres du locuteur sont appris avec des techniques d'apprentissage

supervisé de la même manière que ceux de l'acteur. Les données d'entraî-

nement sont les mêmes, de la forme(instructions, observations, actions).
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Le modèle doit prédire l'instruction (w1; :::wn ) étant donné une trajectoire

(o1; a1; :::oT ; aT ). On utilise un coût negative log-likehood :

L = � logP(w�
1; :::w�

n jo1; a1; :::oT ; aT ) (5.6)

où (w�
1; :::w�

n ) est l'instruction des données d'entraînement.

Le modèle étant différentiable, les paramètres peuvent être appris par back-

propagation.

5.6.3 Expériences

Métrique d'évaluation : On utilise un score bleu pour évaluer le locuteur :

on évalue l'instruction générée par l'agent par rapport à l'instruction donnée

par un humain dans l'ensemble de test. Le résultat dans les tableaux est la

moyenne de ces scores bleus pour toutes les données de test.

On teste ici le modèle de locuteur appris seul, en apprentissage supervisé.

Les résultats sont disponibles dans le tableau 5.3.

Comme dans le cas de l'acteur, le modèle est testé avec les observations

complètes mais également avec les observations qui contiennent uniquement

l'information sur les murs adjacents, ou pas d'observation du tout. Le modèle

a par contre toujours accès aux actions de la trajectoires. Ces deux derniers

cas donnent un score bleu plus élevé (0.4) que dans le cas d'une observation

complète (0.385). Le modèle, encore une fois, ne parvient pas à relier les in-

formations disponibles dans l'observation, aux mots qui doivent être générés.

Pire, le locuteur a même plus de dif�cultés à générer des instructions avec

une observation plus complète.

En 5.5, nous avons un exemple de phrases générées (sur l'ensemble de

test), comparées aux phrases générées par un être humain. On voit que les

instructions simples peuvent être reproduites, mais pas les plus complexes.

5.6.4 Conclusion

Le problème du modèle de locuteur est le même que celui du modèle d'ac-

teur : il apprend à générer les instructions simples qui ne dépendent pas
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détails du modèle score bleu
basique 0.385

obs = murs visibles 0.4
pas d'obs 0.4

basique, données = instructions correctes 0.39
Table 5.3: résultat pour le locuteur (apprentissage supervisé)

des informations de l'environnement. Les instructions plus complexes, plus

longues ou dont les points d'intérêt dépendent de l'environnement, ne sont

pas générées correctement à cause de la petite taille du corpus. Les réseaux

de neurones nécessitent davantage de données pour obtenir des résultats

corrects.

5.7 Apprentissage joint du locuteur et de

l'acteur

Nous cherchons ensuite à améliorer les résultats en apprenant conjointement

les modèles de l'acteur et du locuteur.

En effet, le problème principal pour apprendre à suivre ou à générer des

instructions en langage naturel est d'avoir un jeu de donnée assez conséquent.

Récupérer les instructions en langage naturel est coûteux pour les utiliser en

apprentissage supervisé, mais plus encore pour les techniques d'apprentissage

par renforcement où l'interaction doit être constante.

L'idée est donc d'apprendre conjointement un acteur et un locuteur : chaque

modèle sera d'abord appris en apprentissage supervisé comme dans les

parties précédentes, puis sera amélioré grâce à l'autre modèle, qui permettra

d'obtenir un retour sur la qualité de la trajectoire ou de l'instruction générée

sans devoir faire appel à un être humain.

Pour ajouter des données arti�ciellement, il est dif�cile de générer des ins-

tructions complexes et proches de celles d'un être humain. Nous pouvons

par contre générer des trajectoires dans notre environnement. Il suf�t de

choisir un point de départ et un point d'arrivée aléatoires, puis d'utiliser un

algorithme (de Dijkstra par exemple) pour trouver le chemin le plus court

entre les deux points. Il serait également possible de générer une trajectoire
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Figure 5.7: Illustration du modèle locuteur/acteur. Le locuteur génère une instruc-
tion à partir d'une trajectoire ; l'acteur choisit quelles actions effectuer
dans l'environnement selon l'instruction qu'il reçoit.

aléatoire qui suit un chemin possible. Nous pouvons observer sur la �gure 5.7

la structure jointe du locuteur et de l'acteur : le locuteur pré-appris génère

une instruction en langage naturel à partir de cette trajectoire, et l'acteur

utilise cette instruction pour retrouver le but. Le fait que l'acteur parvienne

ou non au but permet d'obtenir un retour sur la qualité des décisions.

L'apprentissage se déroule donc en plusieurs étapes :

— les modèles d'acteur et de locuteur sont appris grâce à un jeu de données

instructions$ trajectoires comme dans les sections 5.5 et 5.6.1

— des tâches sont générées aléatoirement dans l'environnement, et des

trajectoires sont trouvées pour résoudre ces tâches

— le locuteur génère des instructions selon ces trajectoires

— l'acteur suit ces instructions jusqu'à arriver à ce qu'il pense être le but

— le locuteur et/ou l'acteur sont améliorés grâce aux résultats

5.7.1 Apprentissage

Une fois que l'acteur a suivi l'instruction générée par le locuteur, nous souhai-

tons améliorer les modèles grâce au résultat de ses actions. Nous étudions

dans cette partie les différentes méthodes d'apprentissage possibles.

L'apprentissage de l'acteur peut se faire en supervisé (on compare la trajec-

toire obtenue avec la trajectoire qui était désirée) ou en renforcement (est-ce

que l'agent arrive au but ? ou toute autre récompense fournie par l'environne-

ment). Les techniques sont donc identiques à l'apprentissage seul de l'acteur,

et nous pouvons espérer que l'ajout de nouvelles trajectoires améliore les

résultats. Malheureusement, nos expériences n'ont jamais permis d'améliorer
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les résultats de l'acteur, sans doute parce que les instructions supplémen-

taires données par le modèle de locuteur n'étaient pas assez correctes (et

que les bonnes instructions sont celles plus simples, que l'acteur arrive déjà à

suivre).

Le locuteur ne peut par contre être appris que par des algorithmes d'apprentis-

sage par renforcement à cause de la génération stochastique de l'instruction,

qui empêche la backpropagation habituelle.

Apprentissage par renforcement du locuteur

Pour évaluer la qualité de l'instruction générée par le locuteur, nous utilisons

une récompense fournie par l'acteur après qu'il ait suivi cette instruction. La

récompense peut être un coût entre les actions choisies par l'acteur et les

actions de la trajectoire utilisée par le locuteur, ou la récompense fournie

par l'environnement. Nous avons testé les deux possibilités ; dans le cas de la

récompense fournie par l'environnement, elle estR = 1 si l'acteur a atteint

son but, R = 0 sinon.

Ainsi, si l'on reprend les étapes de l'apprentissage joint :

— des tâches sont générées aléatoirement dans l'environnement, et des

trajectoires sont trouvées pour résoudre ces tâches

— le locuteur génère des instructions selon ces trajectoires

— l'acteur (connu) suit ces instructions jusqu'à arriver à ce qu'il pense être

le but

— le locuteur reçoit la récompense de l'acteur

Nous utilisons ensuite cette récompense pour apprendre le modèle du lo-

cuteur avec un algorithme d'apprentissage par renforcement. Il est possible

d'utiliser n'importe quel algorithme adapté aux réseaux neuronaux récurrents.

Dans notre cas, nous utilisons REINFORCE (voir section 2.3.1).

Si nous utilisons uniquement la récompense fournie par l'acteur a�n de mo-

di�er le locuteur, les instructions générées par le locuteur risquent cependant

de ne plus être comprises par un humain et de trop s'éloigner des instruc-

tions du jeu de données. C'est pourquoi en pratique, on continue également
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détails du modèle � score bleu précision de l'acteur
baseline (locuteur non amélioré) - 0.37 0.56

récompense=coût 0 0.39 0.59
récompense=coût 0.25 0.40 0.64
récompense=coût 0.5 0.37 0.66
récompense=env 0 0.39 0.59
récompense=env 0.25 0.395 0.62
récompense=env 0.5 0.395 0.66
récompense=env 0.75 0.39 0.67

Table 5.4: Amélioration du locuteur avec l'apprentissage dual. Le score de l'acteur
est calculé lorsqu'il suit l'instruction générée par le locuteur. "récom-
pense=coût" signi�e que la récompense est le coût entre les actions
choisies par l'acteur et les actions de la trajectoire décrite par le locuteur ;
"récompense=env" est la récompense venant de l'environnement (1 si le
but est atteint, 0 sinon)

l'apprentissage supervisé sur le jeu de données. Le paramètre� permet de

contrôler le compromis entre l'apprentissage supervisé et l'apprentissage par

renforcement. Quand � = 0, l'apprentissage est uniquement supervisé ; plus

� s'approche de1 et plus l'apprentissage par renforcement (et donc le retour

de l'acteur) est pris en compte.

5.7.2 Expériences

Métrique d'évaluation : Comme lors de l'apprentissage supervisé du locuteur,

nous utilisons le score bleu pour évaluer la qualité des instructions générées

sur le jeu de données. Lors de l'utilisation jointe d'un acteur et d'un locuteur,

le locuteur peut également être évalué sur la capacité de l'acteur à atteindre le

but lorsqu'il suit l'instruction générée. Le score est alors la précision de l'acteur

lorsqu'il suit les instructions générées par le locuteur sur 200 trajectoires

aléatoires.

Résultats : On peut voir dans le tableau 5.4 les résultats de l'apprentissage

dual. Deux récompenses ont été utilisées : le coût entre la trajectoire correcte

et celle suivie par l'acteur, et la récompense de l'environnement.

Dans les deux cas, nous observons que le score bleu ne varie pas beaucoup,

et est légèrement amélioré par rapport à la baseline, même lorsque seul

l'apprentissage supervisé est utilisé (� = 0). Nous pouvons supposer supposer

que reprendre l'apprentissage permet d'améliorer légèrement le score.
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Plus intéressant, la précision de l'acteur augmente lorsque la valeur de�

augmente et donc que le retour de l'acteur prend plus d'importance. Si

l'apprentissage par renforcement ne permet donc pas d'améliorer le score

bleu, il améliore bien la compréhension par l'acteur de l'instruction générée.

Les résultats sont légèrement meilleurs lorsqu'on utilise la récompense fournie

par l'environnement, sans que les résultats soient très concluants.

On peut voir en tableau 5.5 des exemples d'instructions avant et après l'ap-

prentissage joint. L'apprentissage joint permet parfois d'améliorer légèrement

les résultats, mais les résultats sont encore loin de l'être humain, faute à un

nombre suf�sant de données.

90 Chapitre 5 Interaction en langage naturel



Instruction réelle générée (apprentissage supervisé du locuteur) générée (apprentissage joint du locuteur)
go forward once the side alley to your right should be blue walk forward once

p 4 is at the end of the alley with the green octagon �oor go forward the segments the walk forward twice
turn left turn left turn left

then pink area go the the the the the the the the the the the go the the path the wall turn right
Table 5.5: Exemple d'instructions (réelles, et générées par le locuteur)

5.7
A

pprentissage
jointdu

locuteur
etde

l'acteur
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5.7.3 Conclusion

Dans cette section, nous avons cherché à améliorer la génération d'instruc-

tions grâce à un apprentissage dual du locuteur et de l'acteur. Si les instruc-

tions sont effectivement plus facilement compréhensibles par l'acteur après

cette amélioration, le score bleu des instructions n'est malheureusement

pas amélioré et les phrases générées, une fois examinées, montrent que les

améliorations ne sont pas notables. L'un des problèmes est que les modèles

d'acteurs et de locuteurs ont tout deux appris (relativement) correctement

sur les instructions et les trajectoires simples, mais qu'aucun des deux n'a de

résultats convenables sur les données plus complexes. Ainsi, si l'acteur ne sait

pas suivre une phrase complexe, le locuteur ne pourra recevoir aucun bon

retour sur la phrase qu'il génère et ne pourra donc pas améliorer ces généra-

tions. Il faudrait également qu'un humain évalue la qualité des instructions,

car elle n'est pas forcément directement liée au score bleu.

Une solution pourrait être d'améliorer progressivement l'acteur et le locuteur

grâce à l'apprentissage dual. Le premier soucis est que l'amélioration de

l'acteur par l'apprentissage dual n'a pas fonctionné, sans doute car le locuteur

ne fournit des instructions convenables que pour les trajectoires simples -

que l'acteur sait déjà suivre. Le second problème est que dans ce jeu de

données, les instructions simples ("tourner à droite", "avancer de deux cases")

sont très différentes des instructions plus dif�ciles à comprendre ("aller

jusqu'au canapé"), et que comprendre les instructions simples ne permet pas

de comprendre les instructions qui utilisent davantage l'environnement.

5.8 Extension : architecture hiérarchique

Le jeu de données que nous utilisons (voir section 5.3) associe au départ

des instructions longues, sous forme de paragraphes, à des trajectoires. Pour

simpli�er l'apprentissage, les paragraphes ont été séparé en phrases (associées

aux sous-trajectoires correspondantes), et ce sont ces phrases qui ont été

utilisées dans les sections précédentes.

Nous souhaitons ici expérimenter directement sur les paragraphes. Dans

un second temps, le but serait d'obtenir une architecture en lien avec le

Budgeted Hierarchical Neural Networkintroduit dans le chapitre précédent
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Figure 5.8: Illustration de l'architecture hiérarchique. Les �èches en pointillés
montrent les dépendances possibles de mémoire, entre l'encodeur et/ou
le décodeur, entre les différentes phrases d'une même instruction. L'ac-
teur passe à la phrase suivante lorsque l'action "STOP" est émise.

(4), avec l'acteur qui peut demander des instructions quand il en a besoin

uniquement (l'instruction correspond alors à l'observation haut-niveau du

modèle BHNN).

Dans ce but, nous allons tester plusieurs architectures pour que l'acteur

parvienne à suivre des paragraphes d'instructions (constitués de plusieurs

phrases).

Architecture basique : Nous considérons simplement le modèle présenté

en section 5.5 : l'acteur passe à l'instruction suivante lorsque l'action "STOP"

est émise, et l'agent n'a pas la mémoire de l'instruction précédente, ni de ses

actions effectuées.

Ajout de mémoire dans l'architecture basique : Nous souhaitons cette fois

que l'agent ait une mémoire du passé. Dans la même architecture que pré-

cedemment, une récurrence est ajoutée au niveau de l'encodeur et/ou du

decodeur en initialisant leur état initial par le dernier état (de l'encodeur ou

du décodeur) de la phrase précédente du paragraphe. Une illustration des

dépendances est visible en �gure 5.8.
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détails du modèle accuracy
baseline : humains (pour les paragraphes) 0.684

MBW 0.261
Fried Andreas Klein 0.248

Table 5.6: Baselines pour l'acteur sur les paragraphes. MBW est le modèle de
[Mei+16] que nous reproduisons ; FAK est le modèle de [Fri+17] qui
reproduit MBW.

5.8.1 Apprentissage

L'apprentissage se fait de la même manière que pour l'acteur (voir section

5.5.2) par apprentissage supervisé. Il est également possible d'utiliser des

techniques d'apprentissage par renforcement en plus des techniques supervi-

sées, mais dans nos tests elles n'ont pas permis d'améliorer les résultats.

5.8.2 Expériences

Les résultats des testeurs humains et des modèles des articles antérieurs sont

visibles dans la table 5.6. Nous pouvons déjà remarquer que les modèles

ont des scores bien inférieurs (environ 25% de réussites) aux scores sur les

phrases (qui étaient de presque 70%). En effet, les erreurs se cumulent et

rendent l'arrivée au but �nal bien plus dif�cile. Nous remarquons également

que les humains n'atteignent un score "que" de 68%, signi�ant que beaucoup

d'instructions sont peu claires.

A�n de mieux comparer les différentes architectures possibles sur les para-

graphes, nous utilisons dans nos expériences les données dites "correctes",

qui contiennent uniquement les instructions qu'au moins un des testeurs

humains est parvenu à suivre correctement. Nous testons les différentes archi-

tectures hiérarchiques possibles, avec une conservation ou pas de la mémoire

entre les différentes phrases d'une même instruction, pour l'encodeur et/ou

le décodeur. Les résultats sont visibles dans la table 5.7. Si on compare les

deux premières lignes aux deux dernières, nous remarquons que la mémoire

sur l'encodeur n'est pas utile (perte de 1% de précision dans les deux cas),

par contre la mémoire sur le décodeur permet d'améliorer les résultats en

conservant une mémoire des observations passées (augmentation de 3% de

précision dans les deux cas). Dans le cas des données utilisées, ces résultats

paraissent normaux : les phrases des instructions sont indépendantes entre
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mémoire sur l'encodeur mémoire sur le décodeur précision
F F 0.28
F T 0.31
T F 0.27
T T 0.30

Table 5.7: Résultats pour les différentes architectures d'acteur sur les paragraphes.
Utilisation des données "correctes".

elles et ne nécessitent pas la phrase précédente pour être comprise (et la

mémoire sur l'encodeur n'a donc pas de raison d'être utile). Par contre, la

mémoire sur le décodeur permet à l'agent de garder la mémoire de son

environnement et de ses actions passées, qui peuvent in�uer sur ses actions

futures. Les différences de précision sont cependant faibles car l'agent peut

explorer à nouveau autour de lui s'il a besoin de plus d'informations et le

temps mis à résoudre la tâche n'est ici pas pénalisé.

5.8.3 Conclusion

Dans le cas de notre jeu de données, l'architecture hiérarchique avec mémoire

sur l'encodeur ou le décodeur n'améliore que peu les résultats. Conserver

une mémoire au niveau de l'encodeur permet d'augmenter légèrement la

précision, mais il faudrait faire les mêmes expériences dans un environnement

où les actions choisies dépendent davantage du passé pour que les résultats

soient plus concluants.

5.9 Bibliographie

Nous allons présenter ici les travaux déjà existants sur la traduction duale

(qui même s'il s'agit de traduction, ressemble fortement au problème acteur-

locuteur), sur le suivi puis la génération d'instructions, et en�n sur l'ap-

prentissage joint de suivi et génération d'instructions en interaction avec un

environnement.
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5.9.1 Traduction duale

Le modèle joint acteur/locuteur de la section 5.7 est fortement inspiré de

travaux en traduction automatique. En effet, en traduction, on dispose géné-

ralement d'un jeu de données duales peu important (des traductions entre

les langages A et B), alors que les données monolinguales, non supervisées,

pour chaque langage A et B séparément, sont disponibles en quantités très

importantes. Cette remarque a incité les travaux de [Sen+15] sur ce qui est

appeléeback-translation : il s'agit de construire des données d'entraînement

additionnelles en utilisant les données monolingual. Une phrase du langage

A, dont nous ne connaissons pas la traduction en langage B, sera traduite

par le modèle de traduction A ! B. Elle sera ensuite ajoutée aux données

utilisées pour apprendre le modèle B! A. L'article [He+16a] utilise la même

idée (toujours pour de la traduction automatique) en utilisant des techniques

d'apprentissage par renforcement pour améliorer les modèles. On suppose

qu'on a deux modèles de traductions, peu performants, A! B et B ! A. On

dispose également de deux modèles (bien entraînés)LA et LB qui renvoient

la con�ance qu'ils ont qu'une phrase soit correcte dans le langage A et dans

le langage B (ils peuvent être entraînés sur les données monolinguales, nom-

breuses, des langages). Ces con�ances sur la qualité du langage généré par

les modèles de traduction sont utilisées comme récompenses a�n de les amé-

liorer. [Che+16] utilise également des données monolingual a�n d'améliorer

les résultats de traduction. Cette fois, un auto-encodeur est utilisé a�n de

passer du langage A, au langage B, au langage A (et respectivement B! A

! B). Les données monolinguales peuvent être utilisées pour l'apprentissage

(l'encodeur-decodeur doit être capable de retrouver la même phrase), ainsi

que les données traduites (l'encodeur et le décodeur doivent apprendre à

traduire les données A! B et B ! A).

5.9.2 Suivi d'instructions

Comme dans notre cas, beaucoup de modèles sont évalués dans des laby-

rinthes où les lieux peuvent être reconnaissables par des objets, des couleurs...

et où l'agent doit suivre une instruction pour atteindre un but. [Mac+06]

introduit l'environnement et le jeu de données que nous utilisons, réutilisé

par [Mei+16] pour tester le modèle encodeur-aligneur-décodeur que nous

avons utilisé et décrit dans la partie 5.5. [VJ10] introduit un jeu de données

pour la navigation sur des cartes (type carte au trésor avec des images à
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différents endroits), mais les instructions sont au départ orales, et la navi-

gation plus dif�cile à simuler, ce qui rend le jeu de données plus dif�cile à

utiliser. Le corpus n'est également constitué que de 128 dialogues, trop peu

pour qu'il soit utilisable en apprentissage profond. [AK15] décrit un modèle

pour interpréter des instructions dans des environnements interactifs (lecture

de carte, navigation dans un labyrinthe, résolution de puzzle) en utilisant

d'abord un parseur sémantique pour interpréter le langage.

D'autres articles [Nar+15 ; He+16b] cherchent à résoudre des jeux textuels

(où l'environnement est décrit par un texte, et le joueur doit écrire au clavier

entre un et trois mots a�n d'effectuer une action). Cependant, les actions

possibles dans un état donné sont généralement très limitées, ce qui facilite

l'apprentissage.

Les tâches dequestions answering[Kum+16] concernent également la com-

préhension (et la génération limitée) de langage. Les tâches devisual question

answering[Wu+17] sont plus proches de celles qui nous intéressent, avec une

image qui décrit l'environnement, mais habituellement l'environnement n'est

pas interactif. Dans [Gor+18], cependant, les auteurs introduisent la tâche

Interactive Question Answering(IQA) avec un nouveau jeu de données. IQA

pose une question à l'agent, du genre "Are there any apples in the fridge ?" et

un point de départ, et l'agent doit naviguer dans l'environnement et intéragir

avec lui (par exemple en ouvrant le frigo) a�n de trouver la réponse, avant

de répondre. Le modèle proposé, HIMN (Hierarchical Interactive Memory

Network) est une architecture avec des réseaux de neurones utilisant une

mémoire de ce qu'a vu l'agent et plusieurs niveaux d'abstractions temporelles

a�n d'explorer l'environnement, de récupérer les informations nécessaires, et

pour répondre à la question.

A�n de palier au manque de données, le modèle de [DL16] couple des

techniques d'apprentissage profond sequence-to-sequence à l'apprentissage

symbolique a�n d'obtenir des formes logiques (les actions) à partir d'une

instruction et des connaissances sur l'environnement. D'autres créent arti-

�ciellement des données : dans [Yu+17], les instructions ( "please go to the

apple", "What is the red object ?") sont générées par un ensemble de règles se-

lon les caractéristiques de l'environnement. L'architecture utilisée par l'agent

est un ensemble de plusieurs modules : modules de langage, de perception,

d'action et de reconnaissance. L'apprentissage se fait ici purement en ren-

forcement (sans apprentissage supervisé sur un jeu de données) mais se fait
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sur des tâches de plus en plus complexes (avec toujours des instructions

générées). D'autres modèles, surtout en robotique [Hem+15], utilisent un

pré-processing du langage a�n d'annoter les phrases en langage naturel et

d'en extraire plus facilement les informations pertinentes.

Finalement, ces dernières années, plusieurs nouveaux jeux de données concer-

nant l'interprétation d'instructions dans un environnement interactif ont été

publiés. [Her+17] utilise l'environnement en trois dimensions de [Bea+16]

et construit des instructions arti�cielles pour qu'un agent apprenne ensuite à

les suivre, mais les instructions restent très simples ("pick the X" où X désigne

le nom d'un objet). Il n'est donc pas généralisable à des tâches plus complexes.

[And+18] présente le simulateur Matterport3D qui reproduit un bâtiment et

ses différents étages. Un agent peut se déplacer dans ce bâtiment, et récu-

père comme observation une image (photo) de l'environnement. Un jeu de

données d'instructions associées à des trajectoires a été collecté. L'agent doit

apprendre à suivre une instruction depuis son point de départ a�n d'atteindre

le but (décrit par l'instruction).

5.9.3 Génération d'instruction

Lorsqu'on dispose d'un jeu de données donnant des exemples d'instructions,

une possibilité a�n d'apprendre à les générer (à partir du but ou de la

trajectoire) est d'utiliser des techniques d'apprentissage par renforcement

inverse (inverse RL). Ces techniques, étudiées dans [Dan+17], consistent

à apprendre la fonction de récompense associée aux trajectoires expertes.

L'architecture permet, à partir d'une trajectoire, de générer une commande

intermédiaire en langage formel, puis la transforme en langage naturel grâce

à un modèle typique de traduction de type encodeur-aligneur-décodeur. Cette

méthode nécessite qu'il soit possible d'obtenir les commandes en langages

formels pour les trajectoires des données utilisées en entraînement, mais il

s'agit d'un des seuls travaux générant des instructions (plus complexes que

quelques mots) à partir de trajectoires.

5.9.4 Suivi et génération d'instructions

D'autres modèles que le notre s'intéressent à l'apprentissage simultané de

modèles pour le suivi et la génération d'instructions.
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Dans [Yam+18], le framework proposé transforme les actions d'un robot

en leur description linguistique et inversement. Le modèle consiste en deux

auto-encodeur récurrents, et un coût supplémentaire est utilisé pour inciter

le rapprochement, dans l'espace latent de représentation, de la représen-

tation d'une action et de sa description associée. Dans un premier temps,

les expériences sont effectuées sur un robot réel, mais sur des descriptions

très simples (des combinaisons de push/pull/slide + red/green/yellow +

slow/fast). Des expériences supplémentaires sont effectuées avec le jeu de

donnéesKIT motion-language dataset[Pla+16] où des mouvements humains

sont reliés à leur description. Cependant, le jeu de données ne contient pas

d'informations visuelles.

[Fri+17] utilise le même modèle que nous au départ pour la génération et

le suivi d'instructions (un encodeur-aligneur-decodeur avec des réseaux de

neurones profonds) puis étend l'architecture a�n de construire un acteur

et un locuteur pragmatiques: le locuteur génère l'instruction que l'acteur

a le plus de chance de suivre correctement, et l'acteur suit la trajectoire

pour laquelle le locuteur a le plus de chance de générer la même instruction.

L'acteur pragmatique permet d'améliorer les résultats de quelques pourcents,

mais c'est surtout les résultats du locuteur qui sont intéressants : des humains

ont suivi les instructions générées et parviennent à suivre plus facilement

celles du locuteur pragmatique que celles du locuteur basique, pourtant les

scores bleu du premier sont inférieurs. C'est une preuve que le score bleu n'est

pas suf�sant pour évaluer la qualité d'une instruction, et qu'il faut trouver

des méthodes alternatives si on ne souhaite pas faire appel à des testeurs

humains.

Une extension du modèle précédent est présentée dans [Fri+18], paru alors

que nous travaillions sur notre modèle acteur-locuteur. Le locuteur permet

d'ajouter des données en générant des instructions à partir de trajectoires, et

l'acteur apprend ensuite en utilisant à la fois les données d'entraînement et

ces données supplémentaires, avant d'apprendre plus �nement sur les don-

nées originales d'entraînement uniquement. Les expériences sont effectuées

sur le nouveau jeu de donnéeRoom-to-Room vision-and-language navigation

[And+18]. Ces expériences laissent penser que le jeu de données in�uence

énormément les résultats : sur ces données, [Fri+18] rapporte une amélio-

ration de l'acteur s'il utilise les données augmentées par le locuteur, alors

que des expériences identiques que nous avons effectuées plus tôt sur nos

données n'ont pas permis d'améliorations.
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En�n, des travaux ont été fait sur la communication entre plusieurs agents,

avec des algorithmes du gradient de la politique [SF+16] (pour des jeux ou

des tâches coopératifs), une version multi-agent de DQN [Foe+16] (pour

résoudre une énigme ou des jeux sur MNIST), ou, plus proches de nos tâches,

pour du dialogue visuel coopératif [Laz+16 ; Das+17] (un agent a accès à

une photo, et doit la faire deviner à un second agent en dialoguant). Dans la

plupart des cas (en dehors de [Das+17]), les communications sont simples

et limitées à quelques mots de vocabulaire.

5.10 Conclusion et pistes

Dans le cas du locuteur, le score bleu ne donne pas une très bonne évaluation

des instructions générées : il faudrait qu'un humain évalue si les instructions

sont correctes, comme dans [Fri+17], mais l'évaluation est alors très couteuse.

Une autre possibilité serait d'utiliser un acteur (qui sait déjà suivre des

instructions émanant d'humains) a�n de véri�er à moindre coût que les

instructions générées sont correctes. Le problème est de déjà avoir ce modèle

d'acteur : dans notre cas, l'acteur et le locuteur ont tendance à avoir de bons

résultats sur les mêmes données (les instructions en peu de mots, de style

"turn right" ) et des dif�cultés sur les phrases plus longues. C'est sans doute

à cause de ce problème que l'apprentissage joint de l'acteur et du locuteur,

présenté dans la section 5.7, ne donne que peu d'améliorations. Concernant

l'architecture hiérarchique, l'ajout de mémoire au niveau du décodeur pour

l'acteur améliore légèrement les résultats, mais l'intérêt ou non de mémoire

dépend essentiellement de la tâche à résoudre.

Pour étendre ces expériences, la première chose à faire serait d'utiliser un

jeu de données plus équilibré et plus conséquent. Plusieurs environnements

possibles sont sortis en 2018, avec parfois des ensembles de données avec

instructions et trajectoires associées. Le problème est que l'observation de

l'agent est souvent plus complexe (une image, avec parfois des informations

complémentaires) et que la complexité de la tâche grandit encore. Dans

d'autres articles, des solutions ont été tentées en générant automatiquement

des instructions, mais apprendre un modèle de locuteur sur des instructions

déjà générées perd de l'intérêt.
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6Conclusion et pistes

Nous nous sommes intéressés dans cette thèse à la notion debudgeta�n de

réduire la complexité de différents problèmes.

Dans le chapitre 3, nous avons d'abord abordé le problème de classi�cation

avec un grand nombre de classes. A�n de réduire la complexité en calcul

des méthodes de classi�cation, nous avons présenté un arbre de décision

où la structure de l'arbre et les classi�eurs sont appris en une seule étape,

grâce à des techniques d'apprentissage par renforcement ; puis nous avons

exposé une architecture qui permet d'associer les données à un code binaire,

lui même associé à une classe, où les associations des codes avec les données

et avec les classes sont faites en une seule étape. Il serait encore possible

d'améliorer le modèle RECOC a�n d'obtenir de meilleurs résultats, car des

résultats équivalents à l'état de l'art sont obtenus avec des codes de grandes

tailles : en améliorant la manière dont les codes sont appris, il devrait être

possible d'obtenir les mêmes résultats avec des codes plus petits, et donc une

complexité en calculs moindre.

Le chapitre 4 traite de l'apprentissage par renforcement hiérarchique, et de la

division d'une tâche complexe en plusieurs tâches plus simples. Ici, le budget

est l'observation par l'agent de son environnement, et l'utilisation de cette

observation ; à rapprocher de l'effort cognitif décrit en neuroscience. Grâce

à un apprentissage budgétisé, l'agent apprend à observer l'environnement

(l'équivalent de commencer une nouvelle tâche, ou nouvelleoption) unique-

ment quand c'est nécessaire, tout en conservant une bonne performance.

Cette architecture pourrait être étendue dans plusieurs cadres : en apprentis-

sage par renforcement, l'utilisation jointe de deux modèles (l'un coûteux en

temps mais parfois plus précis, et l'autre plus rapide mais parfois inexact) ;

l'utilisation par un agent de nombreux capteurs et le choix de les utiliser

ou non ; en�n, on peut considérer que l'observation est une instruction que

l'agent peut demander quand il en a besoin - mais uniquement quand c'est

nécessaire, à cause du coût de l'interaction.

Nous abordons dans le chapitre 5 les échanges d'instructions en langage

naturel : nous étudions d'une part un agent acteurqui apprend à suivre des
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instructions, et d'autre part un agent locuteur qui apprend à générer des ins-

tructions. Nous utilisons pour cela un jeu de données constitué d'instructions

en langage naturel associées à des trajectoires dans un labyrinthe, introduit

dans [Mac+06]. Nous nous apercevons cependant que les modèles utilisés

et les données sont limités : en effet, si les instructions simples ("turn right ")

sont comprises et générées correctement, il n'en est pas de même pour les

instructions qui nécessitent une compréhension plus poussée de l'instruction

en lien avec l'environnement. D'autres modèles existent qu'il faudrait tes-

ter, mais les expériences ne pourront pas être concluantes sans un jeu de

données approprié. De nouveaux environnements, associés à des données

instructionnelles, ont été publiés récemment, mais nécessitent un traitement

poussé des images et du texte avant de pouvoir se concentrer sur le lien entre

instructions et environnement.

L'apprentissage joint du locuteur et de l'acteur que nous avons tenté, du fait

des données peu adaptées, n'a été que peu concluant. Il serait possible de

refaire ces expériences dans un autre environnement.

Finalement, notre but était de faire le lien entre le suivi d'instructions et

l'architecture hiérarchique du BHNN, a�n d'avoir un acteur qui puisse de-

manderdes instructions à un locuteur quand il en a besoin (ou de la même

manière, un locuteur qui puisse donner des instructions/conseils à un acteur

pour l'aider dans sa tâche). Cette idée rejoint le travail du chapitre 4 sur la

découverte de hiérarchie, avec un agent qui apprend à utiliser une obser-

vation coûteuse (qui serait ici une instruction) le moins souvent possible.

Avant de travailler sur ce problème, il est cependant nécessaire d'avoir des

modèles fonctionnels pour l'acteur et le locuteur a�n que la génération et

la compréhension d'instructions soient possibles. Nous pourrions également

aborder cette idée sur des problèmes plus simples, où l'acteur et le locuteur

échangent dans un langage plus simple que le langage naturel.
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