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1.1 Cancer, recherche, et prédiction de la survie

1.1.1 Le cancer en chiffres

L’Institut National du Cancer (INCa) estime à 382 000 le nombre de nouveaux cas

de cancer en France métropolitaine en 2018 (204 600 chez l’homme et 177 400 chez la

femme), et à 157 400 le nombre de décès (89 600 chez l’homme et 67 800 chez la femme).

Ces chiffres placent le cancer comme première cause de décès prématurés (décès avant

65 ans) en France depuis 2004. Les cancers les plus répandus sont ceux du sein chez la

femme et de la prostate chez l’homme. Le cancer le plus meurtrier est celui du poumon,

avec 33 000 décès en 2018 (10 000 chez la femme et 23 000 chez l’homme).

Sur la période 2010-2018 en France, le nombre de nouveaux cas (taux d’incidence

standardisée selon l’âge) tend à se stabiliser chez la femme (+0,7% par an) et à diminuer

chez l’homme (-1,4% par an). En revanche, le nombre de décès (taux de mortalité stan-

dardisé selon l’âge) est en baisse à la fois chez la femme et chez l’homme (-0,7% chez la

femme et -2% chez l’Homme entre 2010 et 2018).

Toujours selon l’INCa, le tabac constituerait le facteur de risque qui engendre le plus

de cancer (19,8% des nouveaux cas), suivi par l’alcool, l’alimentation désiquilibrée et le

surpoids (respectivement 8%, 5,4% et 5,4% des nouveaux cas). Ainsi, il est estimé que 41%

des cancers pourraient être évités en changeant son mode de vie.

En 2018 dans le monde, le nombre de nouveau cas est estimé à 18,1 millions, et le

nombre de décès à 9,6 millions [BRAY et collab., 2018]. L’Organisation Mondiale de la

Santé (OMS) prévoit que si les tendances actuelles se poursuivent, le monde enregistrera

une augmentation de 60% des cas de cancers au cours des deux prochaines décennies

[WHO, 2020].

1.1.2 Cancer et recherche

En 1971, le président des États-Unis Richard Nixon prononce un discours aux conno-

tations martiales devant le congrès et les caméras de télévision en déclarant « la guerre

contre le cancer ». La National Cancer Act est alors signé, et le budget de la recherche al-

loué au cancer est multiplié par 10 (1,5 milliards de dollars). Après la conquête spatiale et

l’avènement du nucléaire, le niveau de confiance dans le progrès scientifique est à son pa-

roxysme. Bien que les objectifs du président (vaincre le cancer à l’horizon 1981) ne seront

pas atteints [LAG et collab., 2008], ce plan historique a permis d’insuffler une dynamique

de recherche et de coordination.

En France, les deux premiers instituts de lutte contre le cancer sont créés dans les

années 1920. L’Institut Curie se concentre sur la radiothérapie, et l’Institut du cancer de

Villejuif (devenu l’Institut Gustave Roussy) se focalise sur l’intégration des soins, de la

recherche, et de l’enseignement.

À l’échelle gouvernementale, des initiatives telles que les « plans cancer » ont été mise
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CHAPITRE 1. INTRODUCTION

en place. Cette dernière, initiée en 2003 par Jacques Chirac, a pour but d’établir des po-

litiques publiques de lutte contre le cancer. Ainsi, des mesures telles que l’augmentation

du prix du tabac, des campagnes de dépistage du cancer du sein, la préservation de la

qualité de vie, ou encore le financement de la prévention et de la recherche. Selon L’INCa,

180 millions d’euros ont été attribués à la recherche en 2017 en France, dont 115,95 mil-

lions d’euros par les organismes institutionnels, 36,45 millions d’euros par la Ligue contre

le cancer, et 28,4 millions d’euros par la Fondation ARC pour la recherche sur le cancer.

1.1.3 Le « principe d’unicité du cancer »

Cette thèse porte sur les méthodes mathématiques pour le pronostic. Ainsi, les no-

tions de biologie sont importantes pour une bonne compréhension du sujet et des en-

jeux, mais ne font pas partie intégrante du cœur de l’étude. A ce titre, les explications

biologiques essentielles seront explicitées le long du manuscrit, mais resteront superfi-

cielles. Pour plus de détails, nous référons le lecteur au livre de PEZZELLA et collab. [2019]

qui s’intéresse de manière détaillée à la biologie du cancer.

L’INCa définit le cancer comme une « maladie provoquée par la transformation de cel-

lules qui deviennent anormales et prolifèrent de façon excessive. Ces cellules déréglées fi-

nissent par former une masse qu’on appelle tumeur maligne » (https://www.e-cancer.

fr/Dictionnaire/C/cancer). Une tumeur peut aussi être bénigne (e.g. polypes, verrues)

et n’est alors pas considérée comme un cancer : elle se développe lentement, ne récidive

pas si elle est enlevée, et ne peut pas produire de métastases.

Le mot « cancer » tire son origine du mot latin homonyme qui signifie crabe. C’est

Hippocrate (460-377 avant J-C) qui le premier compare la forme des tumeurs du sein à

ce crustacé [PAPAVRAMIDOU et collab., 2010]. Ces tumeurs ont effectivement des excrois-

sances qui ressemblant aux pattes d’un crabe.

Chaque être humain possède des caractéristiques génétiques, épigénétiques, trans-

criptomiques, protéomiques, métabolomiques et microbiotiques uniques. De plus, le « mi-

croenvironnement tumoral », défini comme l’environnement (cellules, vaisseaux sanguins,

molécules) autour de la tumeur, joue un rôle primordial dans le développement et l’agres-

sivité des cancers [JUNTTILA et DE SAUVAGE, 2013], et diffère d’un patient à un autre. En-

suite, les tumeurs d’un même organe possèdent des caractéristiques génétiques et phé-

notypiques différentes entre les patients (« hétérogénéité inter-tumorale ») [SUN et YU,

2015] et au sein d’une tumeur (« hétérogénéité intra-tumorale ») [BERGER et collab., 2018;

GERLINGER et collab., 2012]. Enfin, le mode de vie joue un rôle important dans la surve-

nue et le développement des cancers [LOOMANS-KROPP et UMAR, 2019]. L’ensemble de

ces facteurs contribuent à l’unicité de chaque cancer, et appuie la nécessité d’une prise

en charge individualisée des patients [OGINO et collab., 2012].
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CHAPITRE 1. INTRODUCTION

1.1.4 Médecine stratifiée et prédiction de la survie

Les deux principaux évènements étudiés dans les modèles de survie et que l’on cherche

à prédire sont :

— le décès du patient.

Dans ce cas, le temps de survie est défini comme le temps entre le diagnostic et le

décès, et l’on parle alors de survie globale. Cependant, le décès peut être dû à une

cause extérieur au cancer (e.g. accident de la route) et ainsi biaiser l’analyse et les

résultats.

— la survie sans progression, définie comme le temps entre le diagnostic et l’appari-

tion d’un nouvel évènement associé au cancer.

Dans notre étude, un nouvel évènement correspond à la progression de la maladie,

une récidive loco-régionale, l’apparition de métastases, l’apparition d’une nouvelle

tumeur primaire ou le décès du patient avec présence de la tumeur [LIU et collab.,

2018a]. L’évènement étudié est donc directement associé au cancer, et les temps

observés sont classiquement plus courts que pour la survie globale.

Dans un rapport publié en février 2014, la Haute Autorité de Santé définit la médecine

stratifiée (ou médecine de précision) comme « une approche thérapeutique où l’objec-

tif est de sélectionner les patients auxquels administrer un traitement en fonction d’un

marqueur prédictif, afin de ne traiter que la sous-population susceptible de recevoir un

bénéfice du traitement ».

HOOD et FRIEND [2011] place la prévention, la stratification, la participation et la pré-

diction (« P4 ») comme piliers d’un nouveau modèle de prise en charge des patients at-

teints de cancer. En particulier, la prédiction de la survie globale ou de la récidive apparaît

essentielle pour un meilleur suivi et une meilleure prise en charge des patients [HAGERTY

et collab., 2005; RABIN et collab., 2013]. Les molécules d’ARN jouent un rôle central dans

le développement et l’agressivité des cancers, et nous nous attacherons à décrire leur rôle

dans la prochaine partie.

1.2 Les molécules d’ARN

1.2.1 La notion de biomarqueurs

L’Institut National de la Santé et de la Recherche Médicale (INSERM) défini un bio-

marqueur comme « une molécule (enzyme, hormone, métabolite, etc.), voire un type de

cellule, dont la présence ou la concentration anormale dans le sang ou les urines signale

un évènement ou un statut physiologique particulier. »

Les biomarqueurs que nous utilisons sont les molécules d’ARN, et nous nous attache-

rons à décrire leur rôle dans l’organisme et la manière dont ils sont synthétisés dans les
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parties suivantes. Pour plus de détails concernant la biologie de la cellule, nous référons

le lecteur au livre ALBERTS et collab. [2018].

1.2.2 Synthèse des ARN

Ce travail porte sur des cancers humains ; nous décrirons donc ce mécanisme dans

les cellules eucaryotes (qui possèdent un noyau). L’acide désoxyribonucléique (ADN) est

la principale molécule qui compose les chromosomes. Elle est formée de deux brins qui

forment une hélice - on dit que l’ADN est « double brin ». Les brins sont reliés entre eux par

l’intermédiaire des bases azotées (adénine (A), cytosine (C), guanine (G), thymine (T)),

qui se lient entre elles par des liaisons hydrogènes (A avec T et C avec G). Un gène se définit

alors comme une séquence d’ADN déterminée par sa position sur un chromosome.

La transcription est à l’origine de l’expression du génome d’un individu. Elle corres-

pond à la copie simple brin d’un segment particulier de l’ADN, un gène, en acide ribo-

nucléique (ARN) dans le noyau de la cellule (Fig. 1.1). L’ARN peut ainsi être vu comme

le support intermédiaire de l’information contenu dans les gènes. On dit que les gènes

« s’expriment », et l’on parle alors de « niveau d’expression du gène » pour faire référence

à la quantité d’ARN transcrite.

L’ARN peut migrer dans le cytoplasme des cellules et nous nous attacherons à décrire

leurs caractéristiques et leur rôle dans la prochaine section.

1.2.3 Les différents types d’ARN

Les molécules d’ARN ainsi transcrites, le transcriptome, peuvent avoir différentes fonc-

tions, dont :

— permettre la synthèse des protéines (on parle alors d’ARN messager) (Fig. 1.1).

— intervenir dans la régulation des gènes.

— accomplir des fonctions catalytiques.

Dans cette étude, nous nous intéresserons à deux classes d’ARN particuliers, les ARN

messagers (ARNm), et les microARN (miARN).

Les ARNm sont traduits en protéines dans le cytoplasme de la cellule. Ces protéines

sont essentielles au bon fonctionnement des cellules et des tissus, et sont impliquées

entre autres dans les réactions chimiques et de dégradations indispensables au métabo-

lisme (e.g. enzymes), dans la structure des tissus (e.g. la kératine constitue l’essentiel de

nos cheveux et de nos ongles), ou encore dans la régulation (e.g. l’insuline permet de ré-

guler la glycémie). La taille des ARN messagers est très variable, pouvant aller de quelques

dizaines à plusieurs milliers de nucléotides.

Les miARN sont de petites molécules d’ARN (20 à 24 nucléotides en général) non co-

dantes (i.e. qui ne sont pas traduites en protéines) et qui interviennent dans la régulation
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post-transcriptionnelle des gènes (i.e. les miARN agissent directement sur les molécules

d’ARN) [BARTEL, 2018].

FIGURE 1.1 – Transcription de l’ADN en ARN dans le noyau, et traduction de l’ARN en protéine
dans le cytoplasme.
Source : cours sur la synthèse des protéines d’Emmanuel Jaspard à l’université d’Angers

(http://biochimej.univ-angers.fr/Page2/COURS/7RelStructFonction/
2Biochimie/1SyntheseProteines/1SyntheseProt.htm).

1.2.4 ARN et cancer

Nous avons vu que les gènes sont à l’origine de nombreux mécanismes chimiques

et biologiques au sein des cellules et des tissus. Ainsi, l’expression aberrante (i.e. expres-

sion anormalement élevée ou anormalement basse) de certains gènes peut-être à l’ori-

gine de certaines pathologies, notamment le cancer. Ce lien entre ARN et cancer a été

démontré à la fois pour les ARN messagers [SORLIE et collab., 2001] et les miARN [CA-

LIN et CROCE, 2006], et l’étude du niveau d’expression des gènes est intéressante pour

mieux comprendre la biologie du cancer et pour des applications cliniques à la fois pour

les ARNm [DUMBRAVA et MERIC-BERNSTAM, 2018] et pour les miARN [RUPAIMOOLE et

SLACK, 2017].

Les gènes dont l’expression favorise la survenue et/ou le développement des tumeurs

sont dits « oncogènes ». A l’inverse, les gènes dont l’expression prévient la survenue et/ou

le développement des tumeurs sont dits « tumeurs suppresseurs ».

L’étude du transcriptome d’un morceau de tumeur est rendu possible par le séquen-

çage. Nous nous attacherons à décrire cette technologie dans la partie suivante.
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1.3 Le séquençage : mesure du niveau d’expression des gènes

1.3.1 La puce à ADN, première technique de mesure du niveau d’ex-

pression des gènes

La première technique qui a permis de mesurer le niveau d’expression des gènes à

grande échelle est la « puce à ADN » (microarray en anglais) [FODOR et collab., 1991; SCHENA

et collab., 1995]. Le principe de cette technologie repose sur différentes étapes :

1. isoler l’ARNm de l’échantillon à étudier et le transformer en ADN simple brin.

2. ajouter un élément fluorescent à chaque brin.

3. placer l’ensemble des brins sur une puce qui contient des puits avec des ADN simples

brin composés des nucléotides des gènes à mesurer.

4. laver pour éliminer l’ensemble des brins issus de l’échantillon qui ne sont pas asso-

ciés aux brins de la puce.

5. mesurer l’intensité de fluorescence de chaque puits afin de quantifier le niveau

d’expression des gènes.

Cette technologie a permis la révolution de la génomique, notamment dans le do-

maine de la prédiction de la survie de patients atteints de cancer [BEER et collab., 2002;

GUI et LI, 2005; VAN DE VIJVER et collab., 2002]. En revanche, ces puces à ADN ne per-

mettent pas d’avoir un aperçu de l’ensemble du transcriptome d’un échantillon, mais

seulement d’un ensemble de gènes pré-définis par l’utilisateur [RAO et collab., 2019]. La

technologie « RNA-Seq » (RNA-sequencing) permet de remédier à cela et autorise la dé-

couverte de nouveaux transcrits [WANG et collab., 2009]. Nous nous attacherons à la dé-

crire dans les paragraphes ci-dessous.

1.3.2 Principe général du séquençage haut débit

La technique du séquençage haut débit (HTS - High Throughput Sequencing) [REUTER

et collab., 2015] permet de quantifier la quantité de molécules d’ARN transcrites par le gé-

nome dans un échantillon à un instant donné. Plus précisément, la technologie RNA-Seq

est utilisé pour produire la base de données TCGA (paragraphe 1.5.1) que nous utilisons.

On parle de « mRNA-seq » lorsque cette technologie est appliquée aux ARN messagers,

et de « miRNA-seq » lorsqu’elle est appliquée aux miARN (https://docs.gdc.cancer.

gov/Data/Introduction/, http://cancergenome.nih.gov/cancersselected/biospeccriteria,

CHU et collab. [2016]).

Dans cette partie, nous allons présenter le protocole de l’entreprise Illumina (https:

//www.illumina.com/, MEYER et KIRCHER [2010]), très utilisé. Cette méthode comporte

quatre étapes distinctes (Fig. 1.2) :
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1. la préparation d’une « banque » pour chaque échantillon (biopsie de la tumeur dans

notre cas).

2. l’amplification PCR (acronyme signifiant « Polymerase Chain Reaction »).

3. le séquençage des banques.

4. l’alignement sur un génome de référence.

Nous nous attacherons à décrire ces quatre étapes dans les deux paragraphes suivant.

1.3.3 Préparation des banques

Une banque est une collection de fragments d’ADN. Le but de cette première étape est

de créer une banque pour chaque échantillon afin de procéder à la quantification grâce

au séquençage.

Cette étape se décompose en quatre tâches (Fig. 1.2.A) :

1. isoler l’ARN présent dans l’échantillon. La biopsie de la tumeur est un ensemble de

cellules et de liquides organiques qui doivent être dégradés puis purifiés pour ne

garder que l’ARN.

2. fragmenter les ARN en morceaux. Les machines d’Illumina permettant le séquen-

çage peuvent séquencer des molécules ne contenant qu’au plus 200 / 300 bases,

alors que les molécules d’ARN peuvent être composées de plusieurs milliers de

bases.

3. convertir les fragments d’ARN en ADN simple brin. Ces molécules sont plus stables

que les molécules d’ARN, et donc plus robustes et faciles à manipuler.

4. ajouter des adaptateurs à chaque fragments d’ADN. Ces adaptateurs sont de petites

séquences d’ADN qui vont venir prolonger les fragments d’ADN obtenus à l’étape

précédente. Chaque adaptateur est spécifique d’un échantillon donné ; ils jouent le

rôle de carte d’identité de ces fragments, et permettent donc de séquencer diffé-

rents échantillons en même temps.

Cette étape a donc permis de passer d’une biopsie de tumeur à un échantillon com-

portant des fragments d’ADN jumelés à des cartes d’identité, les adaptateurs. Cet échan-

tillon est appelé la « banque ». L’objectif des deux prochaines étapes est de quantifier la

quantité d’ARN présente en séquençant l’ensemble des banques.

1.3.4 Amplification PCR

Les fragments d’ADN sont placés sur une grille (flow cell) avant d’être amplifiés (Fig.

1.2.B). L’amplification PCR permet de copier chaque fragment d’ADN localement afin de

créer des clusters, et donc d’augmenter la sensibilité du signal reçu lors du séquençage.
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Chaque grille peut contenir des fragments d’ADN de différents échantillons, et cette ca-

ractéristique est appelée le « multiplexage ». Suivant le nombre de clusters que peut conte-

nir la grille et le nombre de patients présents dans la cohorte, différentes grilles vont être

utilisées.

1.3.5 Séquençage des banques

Le séquençage consiste à déterminer la séquence de nucléotides de chaque fragment

(Fig. 1.2.C). Pour cela, des sondes fluorescentes sont attachés au premier nucléotides de

chaque fragment. Ces sondes sont spécifiques : une couleur différente pour chacun des

nucléotides A, C, G, T. Une image de fluorescence est enregistrée, et cette opération est

répétée séquentiellement, pour chaque nucléotide jusqu’à la fin des fragments. Ainsi, la

séquence de chaque fragment présent dans chaque banque est connue. Les séquences

ainsi générées de chacun de ces fragments sont appelées « lectures ».

Par abus de langage, le terme de séquençage fait référence à l’ensemble du processus

permettant de mesurer le niveau d’expression des gènes (RNA-seq).

1.3.6 Alignement sur un génome de référence

Pour quantifier l’expression des gènes dans un échantillon, les lectures sont alignées

sur un génome de référence contenant les séquences de nucléotides de l’ensemble des

gènes (Fig. 1.2.D). Le niveau d’expression d’un gène se traduit alors par le nombre de

lectures qui se sont alignées sur une partie de sa séquence. On parle de « données de

comptage ».

1.3.7 Taille des banques et profondeur de séquençage

Pour un échantillon donné, la « taille de la banque » peut se définir de deux manières :

— le nombre total de lectures séquencées.

— le nombre total de lectures séquencées qui ont été alignés sur le génome de réfé-

rence.

Dans la suite, nous utiliserons la deuxième définition.

Il est important de noter que la taille des banques peut varier d’un patient à l’autre

pour un même protocole. Par exemple, quelques fragments d’ADN ne reçoivent pas d’adap-

tateurs, et ne vont pas être séquencés. De plus, certaines lectures ne sont pas alignées sur

le génome (e.g. problème de séquençage de l’adaptateur qui empêche la lecture d’être

associée à un patient). Ensuite, l’amplification PCR de séquences d’ADN riches en bases

nucléotidiques guanine (G) et cytosine (C) est difficile [MAMMEDOV et collab., 2008], et

implique un biais dans les données RNA-seq [BENJAMINI et SPEED, 2012; RISSO et collab.,

2011]. Enfin, le nombre de fragments peut varier d’une grille à l’autre, et le multiplexage
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FIGURE 1.2 – Différentes étapes du séquençage haut débit (RNA-seq)
(A) Chaque couleur (bleu, rouge, noir) correspond à des séquences d’ARN différentes.
Pour chaque échantillon (biopsie d’une tumeur), les molécules d’ARN sont découpées

en fragments, transformées en simple brin, et des adaptateurs sont ajoutés. Ces derniers
permettent de les identifier, et les différents échantillons peuvent ainsi être mélangés

pour être séquencés en parallèle. (B) Les fragments sont placés sur une grille (flow cell) et
amplifiés (PCR) pour former des clusters. Le signal obtenu lors de l’étape suivante sera

ainsi plus important. (C) Des sondes fluorescentes spécifiques d’un nucléotide (A -
jaune, C - vert, G - orange, ou T - violet) sont ajoutées et vont venir s’attacher au premier
nucléotide de chaque fragment. Une image est alors prise, et cette procédure est répétée
jusqu’à ce que les séquences nucléotidiques de chaque fragment soient déterminées. (D)

Les séquences ainsi obtenues, les lectures, sont alors alignées sur un génome de
référence pour déterminer de quel gène ils sont issus.

peut induire des nombres de lectures différentes pour deux patients dont les échantillons

ne sont pas sur la même grille.

La « profondeur de séquençage » (ou couverture) moyenne (c) se calcule à partir de la
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longueur du génome de référence (G), de taille de la banque (N), et de la taille moyenne

des lectures (L). Elle se définit comme [LANDER et WATERMAN, 1988] :

c = N× L

G

Ainsi, la profondeur de séquençage est une fonction croissante de la taille de la banque.

Pour un ensemble d’échantillons qui ont été séquencés suivant le même protocole, le

facteur L
G est le même, et les notions de « profondeur de séquençage » et de « taille des

banques » peuvent être utilisés de manière équivalente.

La profondeur de séquençage est un paramètre clef de l’analyse du génome : plus elle

est importante, plus les mesures seront précises et fines : le nombre de gènes détectés sera

plus important, mais l’analyse sera plus coûteuse. Bien que les coûts de la technologie

RNA-seq aient diminué au cours de la dernière décennie, ils restent importants et la tech-

nologie RNA-seq est peu utilisée pour le moment en clinique [CIEŚLIK et CHINNAIYAN,

2018; KUMAR-SINHA et CHINNAIYAN, 2018; SENFT et collab., 2017]. Il apparaît donc es-

sentiel de déterminer une profondeur de séquençage suffisante pour obtenir des résul-

tats reproductibles et optimaux, mais pas trop élevée pour ne pas faire exploser les coûts

[SIMS et collab., 2014]. Il s’agit donc d’optimiser les prédictions et le nombre d’échan-

tillons séquencés sous contrainte de coûts.

Ainsi, MILANEZ-ALMEIDA et collab. [2020] ont montré qu’il était possible de réduire

la taille des banques de la base de données TCGA d’un facteur 100 pour les ARN mes-

sagers sans dégrader les qualités de prédiction. L’étude de l’impact de la profondeur de

séquençage des miARN sur la prédiction fera l’objet du chapitre 4.

1.4 Normalisation des données de comptage RNA-seq

1.4.1 Normalisation CPM et pré-filtrage

La taille des banques est différente suivant les patients, et cela introduit un biais dans

la comparaison du niveau d’expression d’un gène entre les patients. En effet, séquencer

un échantillon avec une profondeur deux fois moins importante qu’un autre va conduire,

en moyenne, à un nombre deux fois moins important de lectures alignées sur chaque

gène. La normalisation Count Per Million (CPM) permet remédier à ce problème en divi-

sant les données de comptage d’un patient i pour un gène j par la taille de la banque :

CPMi j =
Ri j

Ri
×106,

avec CPMi j la donnée CPM-normalisée, Ri j la donnée de comptage, et Ri la taille de

la banque du patient i .

Les gènes retenus sont ceux pour lesquels les niveaux d’expression CPM-normalisés

sont supérieurs à 1 pour au moins 1% des patients. La fonction cpm du package edgeR

12



CHAPITRE 1. INTRODUCTION

[ROBINSON et collab., 2010] permet d’effectuer cette normalisation CPM.

1.4.2 Normalisation log2-CPM

La normalisation log2-CPM se définit de la manière suivante :

Xi j = log2

(
Ri j +0.5

Ri +1
×106

)
,

avec Xi j la donnée normalisée (log2-CPM), Ri j la donnée de comptage, et Ri la pro-

fondeur de séquençage du patient i .

Deux différences sont à noter par rapport à la formule de la normalisation CPM pré-

sentée dans le paragraphe précédent :

— le nombre de lectures Ri j est incrémenté de 0,5 pour éviter de prendre le logarithme

de 0 et réduire la variabilité de la normalisation log2-CPM pour les gènes faiblement

exprimés.

— la taille de la banque est incrémentée de 1 pour s’assurer que la quantité
Ri j+0.5

Ri+1 soit

comprise entre 0 et 1.

1.4.3 Biais de la normalisation CPM et ajustement

Dans le cas où plusieurs gènes seraient surexprimés (resp. sous-exprimés) entre deux

patients, la normalisation CPM introduit un biais. Prenons l’exemple de deux patients A et

B pour lesquels trois gènes sont séquencés avec la même profondeur (Fig. 1.3). Imaginons

que les trois gènes s’expriment de manière équivalente chez le patient A (i.e. même quan-

tité d’ARN transcrite par chacun des gènes), et que les gènes du patients B ont le même

niveau d’expression que ceux du patient A, sauf pour le troisième gène qui ne s’exprime

pas. Dans ce cas, les données CPM-normalisées seront de 3,3×105 pour les trois gènes du

patient A, de 5,0×105 pour les deux premiers gènes du patient B, et de 0 pour le dernier.

Ainsi, la présence d’un gène différentiellement exprimé biaise les résultats de la normali-

sation CPM : les deux premiers gènes ont des niveaux d’expression CPM-normalisés dif-

férents, alors que nous avons supposé que leur niveau d’expression réel était les mêmes

chez les deux patients.

La méthode TMM (Trimmed Mean of M values, ROBINSON et OSHLACK [2010]) permet

de remédier à ce biais. Elle se décompose en quatre étapes :

— choix d’un patient de référence i ′.

— calcul d’un facteur de normalisation Mi j pour chaque gène et chaque patient.

Mi j =
CPMi j

CPMi ′ j
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FIGURE 1.3 – Exemple de biais induit par la normalisation CPM
(A) Alignement des lectures sur un génome de référence pour deux patients et trois

gènes. Les trois gènes s’expriment de manière équivalente chez le patient A (i.e. même
quantité d’ARN transcrite par chacun des gènes), et les gènes du patients B ont le même
niveau d’expression que ceux du patient A, sauf pour le troisième gène qui ne s’exprime
pas. La taille des banques est la même pour les deux patients (18 lectures alignées sur le

génome).
(B) Niveaux d’expression CPM-normalisés pour les trois gènes chez les deux patients.
Malgré des niveaux d’expression réels similaires pour les deux premiers gènes chez les

deux patients, les niveaux d’expression CPM-normalisés sont différents. La présence du
troisième gène différentiellement exprimé induit un biais.

— pour chaque patient i , un facteur de normalisation moyen Mi est calculé en ne gar-

dant que les coefficients Mi j compris entre le quantile 15 et le quantile 85. Cela per-

met d’exclure les gènes différentiellement exprimés entre le patient de référence et

le patient i .

— ce facteur de normalisation moyen est alors utilisé pour normaliser la taille de la

banque du patient i : R̃i = Ri ×Mi . On obtient alors :

X̃i j = log2

(
Ri j +0.5

R̃i +1
×106

)
,

avec R̃i la taille de la banque normalisée.

La fonction calcNormFactors du package edgeR [ROBINSON et collab., 2010] permet

de calculer le facteur de normalisation pour chaque patient, et la fonction voom du pa-

ckage limma [RITCHIE et collab., 2015] permet d’effectuer cette normalisation CPM ajus-

tée par la méthode TMM.
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1.5 La base de données TCGA

1.5.1 Description de la base de données

The Cancer Genome Atlas (TCGA) (https://www.cancer.gov/tcga) est une base de

données publiques multicentriques qui provient de la collaboration entre deux instituts

américains, le National Cancer Institute (NCI) et le National Human Genome Research

Institute (NHGRI). Ce projet a été lancé en 2005 et a pour but d’obtenir et d’analyser le

transcriptome et le génome de tissus tumoraux et de quelques tissus sains environnant la

tumeur obtenus à partir de biopsies. A ce jour, plus de 20 000 échantillons provenant de

plus de 11 000 patients et de 33 types de cancer ont été collectés, caractérisés et analysés.

Les données génomiques et transcriptomiques sont associées à des données cliniques

et de survie (e.g. âge, sexe, taille de la tumeur, présence de métastases ou non, temps

de suivi du patient après le diagnostic, décès observé au cours du suivi ou non). Dif-

férents évènements et temps de survie associée peuvent être étudiés à partir des don-

nées cliniques. LIU et collab. [2018b] ont analysé les données de survie TCGA et donnent

des recommandations sur l’utilisation de différents évènements, dont la survie globale et

la survie sans progression. Pour cela, une procédure permettant d’évaluer la qualité des

données de survie a été mise en place, et des recommandations sont faites pour chaque

cancer. L’analyse du transcriptome des tumeurs et des données de survie a permis l’émer-

gence de nouveaux biomarqueurs et de nouvelles thérapies pour des utilisations cliniques

[DUMBRAVA et MERIC-BERNSTAM, 2018].

1.5.2 Choix des cancers étudiés

Les analyses que nous allons présenter dans les chapitres suivants sont menées sur

différents cancers. Nous avons décrit les noms des cancers et quelques caractéristiques

des données dans le tableau 1.2. Dans la suite du manuscrit, nous utiliserons les acro-

nymes de TCGA pour nommer les cancers, et nous nous référerons à ce tableau pour leur

signification.

Le premier critère retenu pour le choix des cancers est le nombre de patients. Nous

avons retiré les cancers pour lesquels les ARNm (resp. miRNA) ont été séquencés pour

moins de 80 patients dans les études menées par TCGA. Ainsi, les cancers dont les acro-

nymes sont DLBC, KICH, CHOL et UCS ne seront pas étudiés pour les ARNm (resp. DLBC,

KICH, CHOL, GBM et UCS pour les miARN). Ensuite, LIU et collab. [2018b] recommandent

de ne pas utiliser le mélanome cutané (SKCM - Skin Cutaneous Melanoma) car les don-

nées transcriptomiques de tumeurs primaires et de métastases sont fournies sans dis-

tinction dans TCGA. De plus, les auteurs suggèrent que les phéochromocytomes et les

paragangliomes (PCPG - Pheochromocytoma and Paraganglioma) ne possèdent pas as-

sez d’évènements et nécessitent des temps de suivi plus importants à la fois pour la survie

globale et la survie sans progression. Toujours selon cette même étude, parmi les cancers
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restants, la survie globale est utilisée, sauf pour ceux dont l’acronyme est BRCA, LGG,

PRAD, READ, TGCT, THCA et THYM pour lesquels la survie sans progression est préférée

[LIU et collab., 2018b]. Après cette première étape de choix, 26 cancers sont retenus pour

les ARNm et 25 pour les miARN.

TABLEAU 1.1 – Cancers retenus et données de survie utilisées.
Le cancer GBM n’est pas utilisé pour les données miRNA-seq, et est indiqué en gras dans le ta-
bleau. Les données de séquençage des miARN ne sont pas disponible pour ce cancer.
« OS » : Overall Survival (i.e la survie globale est utilisée comme temps de survie).
« PFI » : Progression Free Interval (i.e la survie sans récidive est utilisée comme temps de survie).

Cancer ACC BLCA BRCA CESC COAD ESCA GBM HNSC KIRC KIRP LAML LGG LIHC
Survie OS OS PFI OS OS OS OS OS OS OS OS PFI OS

Cancer LUAD LUSC MESO OV PAAD PRAD READ STAD TGCT THCA THYM UCEC UVM
Survie OS OS OS OS OS PFI PFI OS PFI PFI PFI OS OS

1.5.3 Correction de tests multiples

Dans la suite, nous allons appliquer différents algorithmes à ces 26 cancers et, suivant

l’objectif du chapitre, des p-valeurs seront calculées pour tester le niveau de significati-

vité des résultats obtenus. Ainsi, dans ce contexte de tests multiples (une p-valeur sera

assignée à chaque cancer), la probabilité de rejeter H0 à tort au moins une fois tend vers

1 exponentiellement lorsque le nombre de tests tend vers l’infini :

PH1
0,...,H

p
0

(∃i ∈ 1, ..., p,Hi
0 est rejetée) = 1−PH1

0,...,H
p
0

(∀i ∈ 1, ..., p,Hi
0 est acceptée)

= 1−
p∏

i =1
PHi

0
(Hi

0 is accepted)

= 1− (1−α)p −−−−→
p→∞ 1

Nous voyons ainsi qu’au risque α de 5% et pour les 26 cancers testés, nous avons un

peu plus de 70% de chance de rejeter H0 à tort pour au moins l’un d’eux. Pour remédier

à cet écueil, BENJAMINI et HOCHBERG [1995] suggèrent de corriger les p-valeurs afin de

contrôler le taux de rejets à tort (i.e. taux de fausses découvertes). Pour un certain taux α

donné, cette méthode consiste à rejeter H(1)
0 , . . . ,H(k)

0 pour le plus grand k tel que p(k) ≤ α k
p ,

avec p(1), . . . , p(k), . . . , p(p) les p-valeurs classées par ordre croissant, et H(1)
0 , . . . ,H(k)

0 , . . . ,H(p)
0

les hypothèses nulles associées.

Ainsi, lorsque nous étudierons les 26 cancers simultanément, une correction de tests

multiples par la méthode de Benjamini-Hochberg présentée ci-dessus sera faite systé-

matiquement, et nous le préciseront à chaque fois. Dans la partie suivante, nous nous

attacherons à décrire les modèles mathématiques classiques permettant d’analyser ces

données de survie.
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1.6 Modélisation des données de survie

Dans cette partie, nous nous attachons à décrire les principaux outils mathématiques

permettant de modéliser les données de survie. Pour plus de détails, nous référons le lec-

teur au livre « The Statistical Analysis of Failure Time Data » [KALBFLEISCH et PRENTICE,

2011].

1.6.1 Les censures, singularité des données de survie

On parle de « censure » (ou donnée censurée) lorsque l’évènement étudié (i.e. décès du

patient ou nouvel évènement associé à la tumeur) n’a pas lieu au cours du suivi. Une cen-

sure est typiquement observée lorsque le patient guéri, quitte l’étude, ou lorsqu’il change

d’hôpital et sort de la cohorte étudiée. Le « temps de censure » est alors défini comme le

temps entre le diagnostic et la censure. Les données de survie sont donc bidimension-

nelles et contiennent une variable de temps (le temps de suivi) et une variable binaire in-

diquant si l’évènement est observé ou non (par convention, 1 si l’évènement est observé,

0 sinon).

Dans le cas d’une censure, le temps entre le diagnostic et l’évènement n’est pas connu,

mais le fait que l’évènement n’a pas été observé durant le suivi du patient est une infor-

mation importante qui doit être prise en compte dans les modèles. L’enjeu des modèles

de survie réside donc dans la prise en compte de toute l’information présente dans ces

données hétérogènes censurées et non censurées. L’estimateur de Kaplan-Meier et le mo-

dèle de Cox sont deux approches largement utilisées pour étudier des données de survie

et prendre en compte les censures, et nous nous attacherons à les décrire dans les para-

graphes suivant.

1.6.2 Notations pour les données de survie et les données génétiques.

Dans la suite du texte, on notera T la variable aléatoire qui décrit le temps de survie, C

la variable aléatoire associée au temps de censure, et δ le statut :

— δ = 1 si T ≤ C (i.e. l’évènement est observé, donnée non-censurée).

— δ = 0 si T > C (i.e. la donnée est censurée).

Ainsi, une donnée de survie est définie comme le couple (min(T,C),δ), où min(T,C) cor-

respond au temps de suivi mesuré à partir du diagnostic. Enfin, le vecteur aléatoire de

taille p modélisant les données génétiques (p gènes) sera noté X = (X1, . . . ,Xp )T.

Lorsque l’on étudie un jeu de données, chaque patient correspond à une observation

des variables aléatoires décrites précédemment. Ainsi, pour un jeu de données contenant

n patients et p gènes,

— les données de survie correspondent à un vecteur ((t (1),δ(1)), . . . , (t (n),δ(n)))T, avec

t (i ), le temps de suivi du patient i , et δ(i ) le statut du patient i ;
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— les données génétiques correspondent à une matrice (Xi j )1≤i≤n,1≤ j≤p , où X(i ) = (Xi 1, . . . ,Xi p )

est un vecteur qui correspond au niveau d’expression des p gènes pour le patient i ,

i = 1, . . . ,n.

1.6.3 Approche non-paramétrique : l’estimateur de Kaplan-Meier

La fonction de survie S à un temps t fixé est définie comme la probabilité de survivre

jusqu’à l’instant t , c’est-à-dire :

S(t ) = P(T > t ), t ≥ 0

L’estimateur de Kaplan-Meier [KAPLAN et MEIER, 1958] permet d’estimer cette fonction

de survie. L’intuition qui permet de définir cet estimateur est la suivante : pour trois temps

t , t ′ et t ′′ tel que t > t ′ > t ′′,

S(t ) = P(T > t )

= P(T > t ′,T > t )

= P(T > t |T > t ′)×P(T > t ′)

= P(T > t |T > t ′)×P(T > t ′|T > t ′′)×P(T > t ′′)

En remplaçant t ′ et t ′′ par l’ensemble des temps de suivi ti de la cohorte de patients

étudiés tel que ti < t , on obtient :

S(t ) =
k∏

i =1
P(T > t(i )|T > t(i−1)),

avec k le nombre de temps de suivi plus petits que t , t(1), . . . , t(k) les temps de suivi infé-

rieurs à t tel que t(1) ≤ . . . ≤ t(k), et t0 = 0.

En notant n(i ) le nombre de patients à risque au temps t(i ) (i.e. ensemble des patients

qui ont un temps de suivi strictement supérieur à t(i )), et d(i ) le nombre de décès en t(i ),

la probabilité pi = P(T ≤ t(i )|T > t(i−1)) d’observer l’évènement dans l’intervalle ]t(i−1), t(i )]

sachant qu’il n’avait toujours pas été observé en t(i−1) peut être estimée par
d(i )
n(i )

. On ob-

tient ainsi l’estimateur de Kaplan-Meier de la fonction de survie :

Ŝ(t ) =
∏
ti<t

(1−pi )

=
∏
ti<t

ni −di

ni

La fonction survfit du package survival [THERNEAU, 2020] permet de calculer l’es-

timateur de Kaplan-Meier. Cet estimateur Ŝ(t ) est une fonction en escalier décroissante
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du temps, les paliers arrivant aux instants ou l’évènement étudié est observé. On peut no-

ter que l’estimateur de Kaplan-Meier est très général car il ne repose pas sur un modèle

(paramétrique) particulier de distribution des temps de suivi ou de survie, et il est ainsi

qualifié de non-paramétrique. Il est classiquement utilisé pour :

— avoir un aperçu de l’agressivité de la maladie étudiée (e.g. calcul du temps de survie

médian, probabilité de survie à 3 ans), comme illustré Figure 1.4.

— comparer la survie de patients ayant reçus deux traitements différents. Le test du

log-rank [MANTEL, 1966] permet alors de déterminer si les courbes de survie esti-

mées par la méthode de Kaplan-Meier sont significativement distinctes.

L’estimateur de Kaplan-Meier permet de prendre en compte les censures, mais ne per-

met pas de relier analytiquement des variables explicatives aux données de survie. En ce

sens, on peut qualifier cette méthode de descriptive et non d’explicative.
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FIGURE 1.4 – Courbes de survie obtenue à partir des données TCGA pour quatre cancers.
Selon les recommandations de LIU et collab. [2018b], la survie globale est utilisée pour

KIRC et LUSC, et la survie sans récidive est utilisée pour BRCA et LGG.

1.6.4 Approche semi-paramétrique : le modèle de Cox

Le modèle de Cox [COX, 1972] est très largement utilisé en médecine pour lier des

covariables cliniques ou génétiques à des données de survie à travers la fonction de risque
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(hazard function) h, définie à chaque instant t par :

h(t ) = lim
h→0

P(t ≤ T < t +h|T ≥ t )

h
.

Cette fonction de risque représente une probabilité d’observer l’évènement à l’instant

t sachant qu’il n’a pas été observé avant t (risque instantanée), et se modélise comme suit

dans le modèle de Cox :

h(t ;X1, . . . ,Xp ) = h0(t )exp(β1X1 + ...+βp Xp )

= h0(t )exp(βTX),

avec h0 la fonction de risque de base, X = (X1, . . . ,Xp )T le vecteur contenant les covariables

(e.g. niveau d’expression des gènes), et β = (β1, . . . ,βp )T le vecteur de coefficients associés

aux covariables. La fonction h0 est commune à tous les patients et donne la forme gé-

nérale à la fonction de risque h. Les covariables forment ainsi une combinaison linéaire

dans l’exponentielle, mais sont reliés à la fonction de risque par une fonction non linéaire.

On parle dans ce cas de modèle linéaire généralisé.

Le modèle de Cox est aussi appelé « modèle à risques proportionnels » car le rapport

des fonctions de risque de deux patients j et k qui ont pour covariables X( j ) et X(k) est

constant au cours du temps :

h(t ;X( j ))

h(t ;X(k))
=

exp(βTX( j ))

exp(βTX(k))
,

avec t le temps.

Pour un patient i avec des données de survie (ti ,δi ) tel queδi = 1, la quantité exp(βTXi )∑
l∈Ri

exp(βTXl )

correspond à la probabilité que l’individu i subisse effectivement l’événement en ti sa-

chant qu’un événement a eu lieu en ti . Le vecteur de coefficients β du modèle de Cox

peut ainsi être estimé en maximisant la pseudo-vraisemblance proposée par BRESLOW

[1972] et définie comme le produit de ces probabilités conditionnelles :

L(β) =
∏

i =1...n t.q. δi =1

exp(βTXi )∑
l∈Ri

exp(βTXl )
,

avec Ri l’ensemble des patients à risque au temps ti (ensemble des patients qui ont un

temps de suivi strictement supérieur à ti ), et i = 1, . . . ,n tel que δi = 1.

Cette fonction est appelée « pseudo-vraisemblance » car elle est définie comme un

produit de probabilités conditionnelles, et non comme un produit de fonctions de den-

sité. Pour faciliter l’optimisation et le calcul numérique, la log-pseudo-vraisemblance l

(et non la pseudo-vraisemblance) est utilisée pour estimer β :
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β̂ = argmax
β

(l (β)),

avec l (β) = log(L(β)) la log-pseudo-vraisemblance.

Il est important de noter que le modèle de Cox n’est pas intuitif dans le sens où le lien

entre les variables explicatives (i.e. niveau d’expression des gènes) et le temps de survie

(variable à expliquer) est défini de manière indirecte par le biais de la fonction de risque

h. Cependant, la pseudo-vraisemblance ainsi définie permet de prendre efficacement en

compte les censures, tout en s’affranchissant de modéliser, d’estimer, et d’émettre des

hypothèses sur la fonction de risque de base h0. On dit ainsi que le modèle de Cox est

« semi-paramétrique ». Finalement, cette modélisation aboutit à un problème d’optimi-

sation convexe, et le vecteur β peut ainsi être estimé par des procédures classiques. Dans

cette étude, nous utilisons le package glmnet [FRIEDMAN et collab., 2010; SIMON et col-

lab., 2011] où un algorithme de descente de coordonnées cycliques (cyclical coordinate

descent ) est implémenté pour estimer β.

1.7 Métriques d’évaluation de la qualité de prédiction

1.7.1 L’indice pronostique

L’un des objectifs premiers du modèle de Cox est d’assigner un score de risque à un pa-

tient à partir de variables explicatives (e.g. données génétiques, variables cliniques, etc.).

Pour cela, le vecteur β du modèle de Cox est estimé sur un jeu de données d’apprentissage

contenant des patients pour lesquels à la fois les variables explicatives et les données de

survie sont connues. Le score de risque pour le patient étudié, qui ne fait pas parti du jeu

de données d’apprentissage et dont on ne connaît a priori pas les données de survie, est

appelé indice pronostique - prognostic index - (PI). Il se définit comme suit :

P̂I = β̂
T

X,

avec β̂ l’estimateur du vecteur β dans le modèle de Cox calculé avec les patients du jeu de

données d’apprentissage, et X le vecteur contenant les variables explicatives du patient

étudié.

La fonction de risque définie à la partie 1.6.4 apparaît donc comme une fonction crois-

sante de l’indice pronostique (Fig. 1.5) :

h(t ) = h0(t )exp(PI).

A un instant t donné, plus l’indice pronostique est élevé, plus la fonction de risque est

élevée (Fig. 1.5), et donc plus le pronostic est mauvais. Réciproquement, l’indice pronos-

tique est une fonction croissante du risque. Tout comme les paramètres βi , il peut être
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positif comme négatif.
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FIGURE 1.5 – Fonction de risque pour différents patients.
Fonction de risque de base h0 (en noir), fonctions de risque pour un patient avec un
indice pronostique élevé (en rouge), ou avec un indice pronostique faible (en bleu),

estimées à partir des données d’ARN messagers sur le cancer du rein à cellules claires
(KIRC). L’évènement étudié est le décès des patients (survie globale).

1.7.2 Procédure d’évaluation des modèles prédictifs

Le patient étudié (resp. le groupe de patients étudiés), souvent appelé « patient test »

(resp. « jeu de données test », par opposition à « jeu de données d’apprentissage »), n’est

pas inclus dans le jeu de données d’apprentissage afin d’évaluer le modèle. Nous assi-

gnons un indice pronostique au patient test (resp. à chaque patient du jeu de données

test) à partir du vecteur β̂ estimé sur le jeu de données d’apprentissage, et cela permet

d’évaluer si ce score de risque concorde bien avec les données de survie. De même, nous

faisons le pré-filtrage sur le jeu de données d’apprentissage.

Classiquement, dans le contexte de l’étude des capacités de prédiction d’un modèle

de survie [BOULESTEIX et collab., 2020; HERRMANN et collab., 2020; MILANEZ-ALMEIDA

et collab., 2020], le calcul des indices pronostiques est fait en quatre étapes (Fig. 1.6.A) :

1. le jeu de données est subdivisé en un jeu de données d’apprentissage (typiquement

80% des patients) et un jeu de données test (les 20% des patients restants).

2. le vecteur β du modèle de Cox est estimé sur le jeu de données d’apprentissage.

3. les indices pronostiques sont calculés pour l’ensemble des patients du jeu de don-

nées test à partir du vecteur β̂ estimé à l’étape précédente.
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4. une métrique d’évaluation des capacités de prédiction est calculée.

Pour augmenter la robustesse des résultats, nous répétons les trois étapes décrites

précédemment 50 fois en utilisant 10 répétitions d’une validation croisée (Fig. 1.6.B) : le

jeu de données est séparé en 5 échantillons (ou folds) de manière aléatoire, l’un de ces

5 échantillons définit le jeu de données test, et les 4 autres permettent de construire le

jeu de données d’apprentissage. Nous répétons ce processus jusqu’à ce que les 5 échan-

tillons aient été utilisé une fois comme jeu de données test. Ainsi, 5 métriques d’évalua-

tion peuvent être calculées pour chacune des 10 validations croisées.

Nous nous attacherons à décrire les trois métriques d’évaluation de la qualité de pré-

diction les plus utilisées dans la littérature (i.e. C-index, score de Brier, et p-valeur du mo-

dèle de Cox univarié) dans les paragraphes suivants.

1.7.3 La concordance

L’indice de concordance (ou concordance, ou C-index) permet d’évaluer la discrimi-

nation d’un score de risque (capacité à bien classer les patients en terme de risque) en

quantifiant la proportion de couples de patients dont les scores de risque sont en bon ac-

cord avec leurs données de survie. Pour deux patients i et j avec des indices pronostiques

PI(i ), PI( j ), et des temps de survie T(i ),T( j ) respectivement, le C-index se définit comme :

C-index = P(T(i ) < T( j ) |PI(i ) > PI( j ))

Deux patients sont dits « comparables » si le plus petit temps de suivi correspond à un

évènement (e.g. décès, récidive), et non à une censure. En effet, dans ce dernier cas, il est

impossible de déterminer si l’évènement du patient correspondant est intervenu avant

ou après l’évènement du second patient.

Ainsi, deux patients comparables sont dits « concordants » si l’évènement du patient

qui a le PI le plus grand a lieu avant l’évènement du patient qui a le PI le plus petit. Le

C-index est donc une mesure de discrimination du modèle. Un C-index de 1 indique une

parfaite concordance entre score de risque et survie. Dans ce cas, les patients peuvent

être parfaitement classés en terme de risque associé à la survie. En revanche, un C-index

de 0,5 correspond à une classification aléatoire des patients, et le modèle n’est donc au-

cunement utile en pratique.

De nombreux estimateurs de la concordance existent [GÖNEN et HELLER, 2005; UNO

et collab., 2011]. Dans cette étude, nous utiliserons l’estimateur de la concordance décrit

par HARRELL et collab. [1996] et théorisé par PENCINA et D’AGOSTINO [2004] :

áC-index =
1

#U

∑
(i , j )∈U

1{(t (i )−t ( j ))(PI(i )−PI( j ))<0},

avec U l’ensemble des couples de patients comparables (le plus petit temps de suivi cor-

respond à un évènement et non à une censure), #U la taille de U, 1A la fonction indicatrice
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FIGURE 1.6 – Schéma récapitulatif de l’évaluation des modèles de prédiction.
(A) Nous entraînons un modèle de Cox sur 80% des patients, et nous calculons

l’estimateur β̂ du modèle. Ce vecteur permet d’estimer les indices pronostiques P̂Itest du
jeu de données test, et nous calculons les différents indicateurs d’évaluation de la qualité

de prédiction (i.e. score de brier intégré - IBS, C-index, p-valeur du modèle de Cox
univarié, et estimateurs de Kaplan-Meier pour les patients avec un PI supérieurs à la

médiane (bleu) et un PI inférieurs à la médiane (jaune)). Nous répétons ce processus 50
fois (10 répétitions d’une validation croisée, avec K = 5).

(B) Validation croisée avec K = 5 : nous séparons le jeu de données en 5 échantillons de
manière aléatoire, l’un de ces 5 échantillons définit le jeu de données test, et les 4 autres

permettent de construire le jeu de données d’apprentissage.
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valant 1 si son argument A est vrai et 0 sinon, t (i ) et t ( j ) les temps de suivi des patients i

et j respectivement, PI(i ) et PI( j ) les indices pronostiques des patients i et j respective-

ment. Cet estimateur calcule donc la proportion de patients concordants parmi les pa-

tients comparables.

La fonction concordance.index du package survcomp [SCHRÖDER et collab., 2011]

permet de calculer l’estimateur de la concordance proposé par HARRELL et collab. [1996].

1.7.4 La p-valeur du modèle de Cox univarié

La p-valeur du modèle de Cox univarié permet de tester l’association entre les indices

pronostiques du jeux de données test et les temps de survie. Le calcul de cette métrique

consiste à apprendre un modèle de Cox univarié sur le jeu de données test où l’unique

variable explicative est l’indice pronostique. L’hypothèse nulle du test est « H0 : β = 0 », où

β est le coefficient du modèle de Cox univarié : h(t ;PI) = h0(t )exp(β×PI).

Le test du rapport de vraisemblance [BUSE, 1982] est préféré au test de Wald [KALB-

FLEISCH et PRENTICE, 2011] car il possède de meilleures propriétés lorsque la taille de

l’échantillon est faible [KENDALL, 1946]. La statistique du test du rapport de vraisem-

blance s’exprime comme la différence de la log-vraisemblance du modèle après estima-

tion du coefficient β et la log-vraisemblance du modèle nul : λLR = −2
(
l (β̂− l (0)

)
. Asymp-

totiquement, cette statistique suit une loi du χ2 à un degré de liberté. Ainsi, la p-valeur du

modèle de Cox univarié permet de tester la plausibilité d’obtenir les indices pronostiques

du jeu de données test sous l’hypothèse nulle qu’aucun lien n’existe entre les indices pro-

nostiques (et donc le niveau d’expression des gènes) et la survie (i.e. β = 0). Elle peut donc

être interprétée comme une mesure du niveau de corrélation entre les indices pronos-

tiques et la survie, mesuré à travers un modèle linéaire généralisé.

La fonction coxph du package survival [THERNEAU, 2020] permet d’apprendre un

modèle de Cox avec l’indice pronostique comme seule variable explicative de la survie, et

de tester son association avec la survie par un test du rapport de vraisemblance.

1.7.5 Le score de Brier

La fonction de survie S peut-être estimée pour chaque patient i à partir de l’estimateur

β̂ du modèle de Cox [COX et OAKES, 1984] et de l’estimateur du risque de base h0. Le score

de Brier - Brier Score - (BS) permet d’évaluer la précision de l’estimation de la fonction de

survie à un instant t [GERDS et SCHUMACHER, 2006]. Il mesure la distance moyenne entre

le statut et la fonction de survie prédite. En l’absence de censure et à un instant t > 0, le

score de Brier se définit comme suit :

BS(t ) =
1

n

n∑
i =1

(
1{t (i )>t } − Ŝ(t ,PI(i ))

)2,

avec Ŝ(t ,PI(i )) l’estimateur de la fonction de survie à l’instant t > 0 pour le patient i .
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Comme toute erreur quadratique, le score de Brier peut se décomposer en un terme de

biais et un terme de variance :

(1{t (i )>t } − Ŝ(t ,PI(i ))
)2 = (1{t (i )>t } −S(t ,PI(i ))

)2 + (S(t ,PI(i ))− Ŝ(t ,PI(i ))
)2,

avec i = 1, ...,n. Le premier terme de l’équation ci-dessus mesure la discrimination du

modèle, alors que le second terme mesure la calibration du modèle (i.e. écart quadratique

moyen entre les fonctions de survie individuelles théoriques et estimées).

En présence de censure, le score de Brier est ajusté par la distribution des censures

G(t ) = P(C > t ) :

BS(t ) =
1

n

n∑
i =1

((
0− Ŝ(t ,PI(i ))

)21{t (i )≤t ,δi =1}

Ĝ(t (i ))
−

(
1− Ŝ(t ,PI(i ))

)21{t (i )>t }

Ĝ(t )

)
,

avec Ĝ l’estimateur de la distribution des censure.

Plus le score de Brier est proche de 0, plus les prédictions individuelles sont bonnes,

et un modèle prédictif devient utile lorsque le score de Brier est inférieur à 0,25. En effet,

si les probabilités de survie sont de 0,5 pour tous les patients (i.e. incapacité du modèle à

déterminer si l’évènement sera observé ou non), le score de Brier est de 0,25.

Le score de Brier intégré - Integrated Brier Score - (IBS) permet de calculer une moyenne

des scores de Brier, et est souvent utilisé en pratique (Fig. 1.7). Pour un instant t donné, il

se définit comme l’intégrale des scores de Brier entre 0 et t , divisé par t :

IBS(t ) =
1

t

∫ t

0
BS(s)d s

Les horizons temporels en terme de mortalité et de récidive sont variables suivant les

cancers. Ainsi, dans notre étude, pour s’affranchir du choix de l’instant t , nous définissons

la borne supérieure de l’intégrale comme le plus long temps de suivi du jeu de donnée

test.

La fonction sbrier.score2proba du package survcomp [SCHRÖDER et collab., 2011]

permet de calculer le score de Brier intégré.

1.7.6 Remarques sur les scores d’évaluation des performances de pré-

diction

Ainsi, alors que la concordance permet de mesurer si le modèle classe correctement

les patients en terme de risque (i.e. discrimination), et que la p-valeur du modèle de Cox

quantifie l’intensité de la corrélation entre les indices pronostiques et la survie, le score

de Brier mesure la précision moyenne de la prédiction individuelle de la survie. Il est im-

portant de noter que :

— le calcul du score de Brier nécessite l’estimation de la fonction survie à un instant t

et pour un patient i = 1, . . . ,n, Ŝ(t ,PI(i )), et donc l’estimation de la fonction de risque
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FIGURE 1.7 – Score de Brier en fonction du temps calculé avec les données d’expression d’ARN
messagers de TCGA pour le cancer du rein à cellules claires (KIRC).
Le modèle de Cox est entrainé sur 80% des patients et le score de Brier est calculé sur les
20% restant. Les points noirs correspondent au score de Brier aux différents instants t , la

courbe bleue est la courbe loess apprise sur les points noirs, et la partie bleue claire
correspond au score de Brier intégré (IBS).

de base h0. Cela n’est pas très intuitif dans le sens où le modèle de Cox a été construit

pour s’affranchir de l’estimation de cette fonction.

— le score de Brier se compose en un score de calibration et de discrimination. Le

score de Brier est ainsi une mesure des performances globales du modèle, mais de-

meure plus compliqué à interpréter que le C-index ou la p-valeur du modèle de Cox

univarié.

— HARRELL et collab. [1996] suggère que re-calibrer un modèle est possible, alors que

la discrimination ne peut être changé. En ce sens, la discrimination est plus impor-

tante que la calibration.

Malgré ces quelques remarques, le score de Brier demeure intéressant à étudier en

pratique. Il permet en effet d’évaluer la capacité moyenne d’un modèle à prédire la survie

à un horizon temporel t , ce que ne fait pas le C-index [BLANCHE et collab., 2019].

Ainsi, suivant l’objectif de l’étude :

— le C-index doit être choisi si la discrimination (i.e. capacité à bien classer les patients

en terme de risque) est considérée.

— la p-valeur du modèle de Cox sera préféré si l’association avec la survie à travers un

modèle de Cox est préféré.
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— l’IBS doit être choisi si la prédiction individuelle de la survie est considérée.

1.8 La « malédiction de la grande dimension »

1.8.1 Définition

La « malédiction de la grande dimension » fait référence à l’apparition de phénomènes

qui ont lieu lorsque le nombre p de variables excède le nombre n de patients. La dimen-

sion de l’espace dans lequel « vivent » les variables devient alors si grand que les données

paraissent éparses et éloignées. Il devient alors difficile de dégager des généralités, et de

nombreux algorithmes statistiques classiques sont mis à mal par un tel passage à l’échelle.

Dans le cadre des données d’expression génétiques, pour les sous-types de cancer

les plus étudiés, la base de données TCGA contient typiquement 500 patients pour plus

de 20 000 gènes. Dans ce contexte, les conséquences classiques de la malédiction de

la grande dimension sont le manque de stabilité [JARDILLIER et collab., 2018] et le sur-

ajustement [PAVLOU et collab., 2015]. Dans ce cas, le modèle « colle » trop aux données

d’apprentissage (i.e. les estimateurs du modèle changent radicalement lorsque les don-

nées d’apprentissage changent), et il est difficile de généraliser les résultats sur un nou-

veau jeu de données.

Deux stratégies distinctes permettent de remédier à ce fléau de la grande dimension,

et elles visent toutes deux à réduire le nombre de variables considérées :

— le pré-filtrage univarié des gènes.

— les méthodes de pénalisation.

1.8.2 Pré-filtrage univarié des gènes

Le pré-filtrage univarié des gènes consiste à assigner un score à chaque gène indi-

viduellement (e.g. variabilité du gène, test d’association entre l’expression du gène et la

survie), et à sélectionner uniquement les gènes dont le score est inférieur (ou supérieur)

à un certain seuil. Cette approche a l’avantage d’être intuitive et simple mathématique-

ment, mais ne tient pas compte des corrélations entre les gènes [BØVELSTAD et collab.,

2007]. Des variables très corrélées ont des scores proches et donc une forte probabilité

d’être toutes sélectionnées, ce qui entraîne une redondance d’information. En revanche,

de telles approches peuvent être intéressantes à considérer en tant que première étape

de filtrage afin de supprimer les gènes a priori non-informatifs (e.g. très faible variabilité,

faible association individuelle avec la survie), avant d’inclure uniquement les variables

retenues dans un modèle multivarié. BENNER et collab. [2010] ont monté sur données si-

mulées que le pré-filtrage peut permettre d’obtenir de meilleures prédictions avec le mo-

dèle de Cox, et l’étude de l’impact du pré-filtrage sur la prédiction fera l’objet du chapitre

3.
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Les méthodes de pénalisation sont classiquement utilisées en grande dimension pour

sélectionner un sous-ensemble de prédicteurs, et nous nous attacherons à les décrire

dans la partie ci-dessous. Elles seront utilisées dans tous les chapitres de ce manuscrit.

1.8.3 La régression pénalisée

Les différentes formes classiques de pénalisation

L’idée sous-jacente des méthodes de pénalisation est de réduire la complexité de la

solution en pénalisant les valeurs trop élevées des coefficients β j , j = 1, . . . , p, du modèle

de Cox afin de rétrécir vers 0 les coefficients des gènes les moins informatifs. On peut

par exemple considérer que seul un sous-ensemble des 20000 gènes disponibles dans les

jeux de données est réellement utile pour expliquer la survie et chercher un solution par-

cimonieuse (i.e. seuls quelques coefficients β j sont non nuls). Les gènes sélectionnés sont

alors définis comme les variables qui ont un coefficient β j différent de 0. Dans cette étude,

quatre méthodes de pénalisation sont utilisées : ridge [VERWEIJ et VAN HOUWELINGEN,

1994], lasso [TIBSHIRANI, 1997], elastic net [ZOU et HASTIE, 2005], et adaptive elastic net

[ZOU et ZHANG, 2009]. Il est important de noter que contrairement aux autres méthodes,

la pénalisation ridge ne fait pas de sélection, dans le sens où les coefficients β j , j = 1, . . . , p,

estimés sont rétrécis vers 0, mais restent en général non nuls.

Mathématiquement, l’idée des méthodes de pénalisation est d’ajouter une contrainte

sur le vecteur de coefficients β lors de la maximisation de la pseudo-vraisemblance dé-

crite à la partie 1.6.4. Pour chacune des méthodes, le programme d’optimisation à ré-

soudre prend la forme suivante :

— Lasso

β̂(lasso) = argmax
β

(
l (β)−λ||β||1

)
— Elastic Net (EN)

β̂(EN) = argmax
β

(
l (β)−λ(α||β||1 + 1−α

2
||β||22)

)
— Ridge

β̂(ridge) = argmax
β

(
l (β)−λ||β||22

)
— Adaptive Elastic Net (AEN) (procédure en deux étapes)

1. estimer le vecteur β̂0 en maximisant l avec la régression ridge.

2. ajouter des poids dans la pénalisation elastic net avec les coefficients β0
j , j =

1, . . . , p calculés à l’étape 1 :

β̂(AEN) = argmax
β

(
l (β)−λ

p∑
j =1

ŵ j
(
α|β j |+ 1−α

2 |β j |2
))

,
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avec ŵ j = 1/|β̂0
j |, j ∈ {1, ..., p}.

La norme l1, utilisée dans les pénalisations ci-dessus à l’exception de ridge, permet

d’assigner des coefficients β j , j = 1, . . . , p à 0. Cette propriété est importante pour obte-

nir des scores de risque interprétable et pour des applications cliniques [KLAU et collab.,

2018]. La régression ridge ne fait donc pas de sélection, mais a montré de bonnes capa-

cités de prédiction en pratique [BØVELSTAD et collab., 2007]. En particulier, dans le cas

de la régression linéaire et en présence de fortes corrélations dans les données, il a été

observé que la pénalisation ridge obtient de meilleurs résultats de prédiction que lasso

[TIBSHIRANI, 1996]. Ainsi, l’ajout d’une norme l2 dans l’elastic net permet de combiner

les avantages des régressions lasso et ridge : (i) sélectionner un sous-ensemble de gènes

pour la première, et (ii) obtenir de meilleures capacités de prédiction et de stabilité pour

la deuxième.

La première étape de l’adaptive elastic net permet d’obtenir la propriété d’oracle [FAN

et PENG, 2004] sous certaines conditions sur le jeu de données. Cette propriété stipule que

lorsque la taille de l’échantillon tend vers l’infini (n → +∞), (i) la sensibilité tend vers 1

et le taux de faux positifs tend vers 0 (la méthode recouvre parfaitement les gènes qui ont

un coefficient β j , j = 1, . . . , p différent de 0), et (ii) les coefficients non nuls estimés sont

normalement distribués, avec la même moyenne et le même écart-type que si la vérité

terrain était connue par avance.

Choix du poids λ accordé à la pénalisation

Le paramètre λ présent dans le programme de maximisation permettant d’estimer

les coefficients β pondère l’influence de la pénalité. En effet, plus λ est élevé, plus l’on

accorde de l’importance à la pénalisation, et plus les coefficients β seront réduits vers 0.

En pratique, le paramètre λ est fixé par validation croisée (K=5) par la procédure décrite

ci-dessous :

1. partitionner l’ensemble d’apprentissage en 5 sous-ensembles.

2. estimer le vecteurβ en maximisant la pseudo-vraisemblance avec pénalisation (par-

tie 1.6.4) sur 4 sous-ensembles (β−i dans la formule ci-dessous).

3. calculer une déviance à partir de la pseudo-log-vraisemblance totale l (les données

des 5 sous-ensemble sont utilisées) et de la pseudo-log-vraisemblance l−i calculée

à partir des données des 4 sous-ensembles utilisés précédemment [HOUWELINGEN

et collab., 2006] :

ĈVi (λ) = l (β−i (λ))− l−i (β−i (λ))

4. Recommencer ce procédé à partir de l’étape 3, en enlevant un autre ensemble i et

en gardant la même valeur de λ.

On obtient alors 5 valeurs pour ĈVi (λ), ce qui nous permet de calculer une « dé-
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viance moyenne » (ou « erreur moyenne ») pour le λ considéré :

ĈV(λ) =
1

5

5∑
i =1

ĈVi (λ)

Cette procédure est répétée pour différentes valeurs de λ en gardant le même parti-

tionnement des patients. Deux heuristiques classiques sont utilisées pour fixer le poids

de la pénalisation λ [SIMON et collab., 2011] (Fig. 1.8) :

— choisir le λ qui minimise l’erreur moyenne («λmin »).

— choisir le plus grand λ tel que l’erreur moyenne est inférieure à un écart-type du

l’erreur moyenne minimale («λ1se »).

La deuxième méthode permet de fixer une valeur de λ plus importante et d’assigner

plus de poids à la pénalité. Ainsi, moins de co-variables seront sélectionnées, et le modèle

sera plus parcimonieux.
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FIGURE 1.8 – Calcul du poids de la pénalité elastic net qui minimise la déviance globale.
Les données d’expression d’ARN messagers de TCGA pour le cancer du rein à cellules

claires (KIRC) sont utilisées.
Chaque point rouge correspond à la moyenne de la déviance globale calculé par

validation croisée (K=5, ordonnée) pour une séquence de λ donnée (abscisse, log(λ)) ; les
barres d’erreur verticales grises correspondent à un écart-type de la déviance moyenne.
La ligne verticale en pointillée la plus à gauche correspond à la valeur du λ qui minimise
la déviance globale moyenne («λ.min ») ; celle la plus à droite correspond au plus grand
λ tel que l’erreur moyenne est inférieure à un écart-type du l’erreur moyenne minimale

(ligne pointillée verticale, «λ.1se »). Le nombre de gènes sélectionnés est indiqué en haut
du graphique pour quelques valeurs de λ.
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Choix du poids α accordé à la norme l 1 dans la pénalisation elastic net

Dans le paragraphe précédent consacré aux formes classiques de pénalisation, nous

avons vu que les pénalisations elastic net et adaptive elastic net possède un hyperpara-

mètre supplémentaire, α. Ce paramètre permet de répartir les poids assignés aux normes

l 1 et l2 dans la pénalisation. Plus α est élevé, plus le poids accordé à la norme l 1 est élevé,

et plus celui accordé à la norme l2 est faible. Ainsi, plus α est élevé, plus le nombre de

gènes sélectionnés est faible.

Ce paramètre α peut-être fixé par l’utilisateur [JIANG et collab., 2016], ou fixé par vali-

dation croisée sur un vecteur de valeurs comprises entre 0 et 1. Dans ce dernier cas, tout

comme pour le choix du poids λ accordé à la pénalisation, la déviance du modèle de Cox

est classiquement retenue [MILANEZ-ALMEIDA et collab., 2020; OJEDA et collab., 2016].

Une double validation croisée menée à la fois sur λ et α est alors effectuée, et le processus

de calcul est augmenté d’un facteur correspondant à la taille du vecteur des α testés.

Pour KIRC et avec la pénalisation elastic net, cette déviance reste relativement stable

suivant les valeurs de α, et le nombre de gènes sélectionnés commence à se stabiliser à

partir de 0,3 (Fig. 1.9). Cette tendance se retrouve pour l’ensemble des jeux de données

étudiés (données non montrées). Ainsi, pour que les avantages de la pénalisation ridge

soient pris significativement en compte, nous avons choisi α = 0,3 pour les pénalisations

elastic net et adaptive elastic net pour l’ensemble des cancers.
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FIGURE 1.9 – Déviance globale (A) et nombre de gènes sélectionnés (B) pour différentes valeurs
de α dans la pénalisation elastic net pour les données mRNA-seq de KIRC.

La séquence de α testée est 0,05; 0,1; 0,2; . . . ; 0,8; 0,9; 0,95, et correspond à la
répartition du poids assigné à la norme l 1 et l 2.

(A) Déviance globale (points rouges) calculée par validation croisée (K=5) pour le λ qui
minimise la déviance globale (λ.min) en fonction des différentes valeurs de α. Les barres

d’erreur verticales grises correspondent à un écart-type de la déviance moyenne.
(B) Nombre de gènes sélectionnés en fonction de α.
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1.9 Conclusions

1.9.1 Tableau récapitulatif des données de survie et mRNA-seq de TCGA

TABLEAU 1.2 – Tableau récapitulatif des données de survie et mRNA-seq pour les 26 cancers de
TCGA retenus.
Nous avons calculé les C-index médians avec la pénalisation ridge par 10 répétitions d’une valida-
tion croisée (K=5). Les cancers sont classés par ordre décroissant de ces C-index médians.

Cancer Nom n patients
Taux de
censure

Survie à
3 ans

C-index

ACC
Carcinome adrénocortical
(glandes surrénales)

77 0,65 0,75 0,87

KIRP Carcinome papillaire du rein 269 0,84 0,87 0,82
UVM Mélanome de la choroïde 77 0,73 0,74 0,79

MESO
Mésothéliome (surfaces
mésothéliales des poumons,
de l’abdomen et du cœur)

85 0,14 0,19 0,74

LGG Gliome cérébral de bas grade 510 0,62 0,56 0,73
KIRC Carcinome du rein à cellules claires 526 0,67 0,76 0,72
CESC Cancer épidermoïde du col utérin 288 0,76 0,72 0,71
PRAD Adénocarcinome de la prostate 490 0,81 0,8 0,7
LIHC Carcinome hépatocellulaire du foie 358 0,65 0,62 0,68
UCEC Carcinome du corps utérin 541 0,83 0,83 0,67
BLCA Carcinome urothélial (vessie) 371 0,56 0,48 0,65
LAML Leucémie myéloïde aigüe (sang) 149 0,38 0,31 0,65
BRCA Carcinome du sein infiltrant 1079 0,87 0,88 0,63

HNSC
Carcinome épidermoïde de la
tête et du cou

491 0,57 0,57 0,63

LUAD Adénocarcinome pulmonaire 488 0,63 0,61 0,63
THCA Carcinome de la thyroïde 499 0,9 0,88 0,62
PAAD Adénocarcinome du pancréas 175 0,47 0,34 0,61
COAD Adénocarcinome du colon 432 0,78 0,78 0,61
THYM Thymome (thymus) 119 0,82 0,85 0,61

GBM
Glioblastome multiforme
(cerveau)

152 0,21 0,094 0,58

STAD Adénocarcinome de l’estomac 385 0,59 0,47 0,57

OV
Cystadénocarcinome séreux
des ovaires

300 0,39 0,61 0,55

LUSC
Carcinome épidermoïde
du poumon

485 0,57 0,59 0,55

TGCT
Tumeurs des cellules germinales
testiculaires

124 0,73 0,75 0,54

READ Adénocarcinome du rectum 156 0,77 0,69 0,52
ESCA Carcinome de l’œsophage 167 0,6 0,43 0,49
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1.9.2 Résumé

Ainsi, malgré les efforts de recherche importants mis en œuvre pour une meilleure

compréhension biologique du cancer, la recherche de nouveaux traitements, et une meilleure

prise en charge des patients, de nombreux enjeux demeurent.

Tout d’abord, le « principe d’unicité du cancer » (partie 1.1.3) rend difficile la prise en

charge et le suivi des patients. En effet, la diversité du microenvironnement tumoral, des

caractéristiques génomiques des cellules tumorales, et des types cellulaires obligent à un

suivi individualisé.

Ensuite, nous avons vu que les molécules d’ARN caractérisent le niveau d’expression

d’un gène, et jouent un rôle important dans l’agressivité des cancers (partie 1.2.4). Cer-

tains gènes s’expriment anormalement (i.e. sur-expression ou sous expression par rap-

port aux gènes de tissus sains), et le niveau d’expression des gènes peut permettre de

classer les patients en terme de risque associé à la survie. La technologie « RNA-seq » per-

met de mesurer ces niveaux d’expression (partie 1.3). Le coût du séquençage a fortement

diminué au cours des dix dernières années, mais il demeure encore trop élevé pour une

utilisation routinière en clinique. Le coût et la qualité du séquençage sont croissants de la

profondeur de séquençage.

Le modèle de Cox permet de modéliser les données de survie et de les lier à des co-

variables explicatives (e.g. cliniques, génomiques). Les données RNA-seq comportent en-

viron 20 000 gènes et typiquement 500 patients (partie 1.5.1). Le nombre de variables ex-

plicatives (∼ 20 000) dépasse donc largement le nombre d’échantillons (∼ 500), et ce cas

est appelé la « malédiction de la grande dimension ». Les données paraissent alors éparses

et éloignées, et les propriétés mathématiques classiques sont mises à mal. Deux méthodes

permettent de remédier à ce passage à l’échelle : le pré-filtrage univarié des gènes, et les

méthodes de pénalisation de la pseudo-vraisemblance.

1.9.3 Objectifs de la thèse

Dans ce contexte, les objectifs de cette thèse sont :

1. de comparer les différentes formes classiques de pénalisation du modèle de Cox

(i.e. ridge, lasso, elastic net, adaptive elastic net) sur les données réelles de TCGA et

données simulées (chapitre 2).

2. d’étudier l’impact du pré-filtrage univarié des gènes sur les prédictions de la survie

obtenues avec le modèle de Cox pénalisé (chapitre 3).

3. d’étudier l’impact de la profondeur de séquençage sur les prédictions obtenues

avec le modèle de Cox pénalisé dans le but d’optimiser les prédictions et le nombre

d’échantillons séquencés sous contrainte de coûts (chapitre 4).

Dans ce manuscrit, nous utiliserons le modèle de Cox pénalisé pour prédire la sur-

vie ou la récidive des patients et ainsi améliorer leur suivi et leur prise en charge en cli-
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nique (partie 1.1.4). Notons cependant que ces modèles peuvent être utilisé pour d’autres

tâches, comme la recherche de marqueurs génétiques prédictifs de la réponse au trai-

tements [TERNÈS et collab., 2017]. Nous utiliserons les données provenant de la base de

données TCGA (partie 1.5.1).

1.9.4 Contexte de la thèse

L’analyse de données mRNA-seq de tumeurs dans des modèles de survie est une nou-

velle thématique au sein du laboratoire BCI (Biologie du Cancer et de l’Infection). L’objec-

tif de cette thèse était donc aussi de développer des compétences internes au laboratoire,

et de lancer de nouveaux projets de recherche autour de cette thématique.

J’ai effectué l’ensemble des analyses présentées dans ce manuscrit, mais ce travail de-

meure collectif car les retours, les discussions, et les suggestions de mes encadrants ont

largement contribué à mon travail de thèse. Ainsi, j’emploierai le pronom « nous » dans la

suite du manuscrit.

1.10 Références

ALBERTS, B. et collab.. 2018, Essential Cell Biology, W. W. Norton Company, Oxford, UK,

ISBN 978-0-393-69109-2. 6

BARTEL, D. P. 2018, «Metazoan MicroRNAs», Cell, vol. 173, no 1, doi :10.1016/j.cell.

2018.03.006, p. 20–51, ISSN 00928674. URL https://linkinghub.elsevier.com/

retrieve/pii/S0092867418302861. 7

BEER, D. G. et collab.. 2002, «Gene-expression profiles predict survival of patients with

lung adenocarcinoma», Nature Medicine, vol. 8, no 8, doi :10.1038/nm733, p. 816–824,

ISSN 1078-8956. 8

BENJAMINI, Y. et Y. HOCHBERG. 1995, «Controlling the False Discovery Rate : A Practi-

cal and Powerful Approach to Multiple Testing», Journal of the Royal Statistical So-

ciety. Series B (Methodological), vol. 57, no 1, p. 289–300, ISSN 0035-9246. URL https:

//www.jstor.org/stable/2346101, publisher : [Royal Statistical Society, Wiley]. 16

BENJAMINI, Y. et T. P. SPEED. 2012, «Summarizing and correcting the GC content

bias in high-throughput sequencing», Nucleic Acids Research, vol. 40, no 10, doi :

10.1093/nar/gks001, p. e72–e72, ISSN 0305-1048. URL https://academic.oup.com/

nar/article/40/10/e72/2411059, publisher : Oxford Academic. 10

BENNER, A. et collab.. 2010, «High-dimensional Cox models : the choice of penalty as part

of the model building process», Biometrical Journal. Biometrische Zeitschrift, vol. 52,

no 1, doi :10.1002/bimj.200900064, p. 50–69, ISSN 1521-4036. 28

35

https://linkinghub.elsevier.com/retrieve/pii/S0092867418302861
https://linkinghub.elsevier.com/retrieve/pii/S0092867418302861
https://www.jstor.org/stable/2346101
https://www.jstor.org/stable/2346101
https://academic.oup.com/nar/article/40/10/e72/2411059
https://academic.oup.com/nar/article/40/10/e72/2411059


CHAPITRE 1. INTRODUCTION

BERGER, A. C. et collab.. 2018, «A Comprehensive Pan-Cancer Molecular Study of Gyne-

cologic and Breast Cancers», Cancer Cell, vol. 33, no 4, p. 690–705. 4

BLANCHE, P. et collab.. 2019, «The c-index is not proper for the evaluation of $t$-year

predicted risks», Biostatistics (Oxford, England), vol. 20, no 2, doi :10.1093/biostatistics/

kxy006, p. 347–357, ISSN 1468-4357. 27

BOULESTEIX, A.-L. et collab.. 2020, «Statistical learning approaches in the genetic

epidemiology of complex diseases», Human Genetics, vol. 139, no 1, doi :10.1007/

s00439-019-01996-9, p. 73–84, ISSN 1432-1203. URL https://doi.org/10.1007/

s00439-019-01996-9. 22

BRAY, F., J. FERLAY, I. SOERJOMATARAM, R. L. SIEGEL, L. A. TORRE et A. JEMAL. 2018, «Glo-

bal cancer statistics 2018 : GLOBOCAN estimates of incidence and mortality worldwide

for 36 cancers in 185 countries», CA Cancer J Clin, vol. 68, no 6, p. 394–424. 3

BRESLOW, N. 1972, «Contribution to the Discussion of the Paper by D.R. Cox», Journal of

the Royal Statistical Society B, vol. 34, p. 2016–2017. 20

BUSE, A. 1982, «The Likelihood Ratio, Wald, and Lagrange Multiplier Tests : An Exposi-

tory Note», The American Statistician, vol. 36, no 3, doi :10.2307/2683166, p. 153, ISSN

00031305. URL https://www.jstor.org/stable/2683166?origin=crossref. 25

BØVELSTAD, H. M. et collab.. 2007, «Predicting survival from microarray data–a com-

parative study», Bioinformatics (Oxford, England), vol. 23, no 16, doi :10.1093/

bioinformatics/btm305, p. 2080–2087, ISSN 1367-4811. 28, 30

CALIN, G. A. et C. M. CROCE. 2006, «MicroRNA signatures in human cancers», Nat. Rev.

Cancer, vol. 6, no 11, p. 857–866. 7

CHU, A., G. ROBERTSON, D. BROOKS, A. J. MUNGALL, I. BIROL, R. COOPE, Y. MA, S. JONES

et M. A. MARRA. 2016, «Large-scale profiling of microRNAs for The Cancer Genome

Atlas», Nucleic Acids Research, vol. 44, no 1, doi :10.1093/nar/gkv808, p. e3, ISSN 0305-

1048. URL https://www.ncbi.nlm.nih.gov/pmc/articles/PMC4705681/. 8
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2.1 État de l’art et objectifs du chapitre

Le but de ce chapitre est de mener une analyse pan-cancer pour évaluer et comparer

les pénalisations classiques du modèle de Cox (i.e. ridge, lasso, elastic net, adaptive elastic

net, partie 1.8.3). Nous étudierons les 26 cancers de TCGA choisis dans la partie 1.5.2, et

l’analyse portera à la fois sur les performances de prédiction et de sélection.

Tout d’abord, BØVELSTAD et collab. [2007] ont comparé les performances de prédic-

tion des pénalisation ridge et lasso. De plus, leur étude porte sur les prédictions obtenues

avec les N gènes qui ont la p-valeur du modèle de Cox univarié la plus faible, avec N fixé

par validation croisée grâce au calcul de la déviance du modèle de Cox multivarié pour

différentes valeurs de N. Trois jeux de données réelles sont utilisés (deux jeu de données

de cancer du sein, et un jeu de données de cancer du sang), et les métriques d’évaluations

choisies par les auteurs sont la p-valeur du test du log-rank (i.e. test de la différence entre

les courbes de Kaplan-Meier des patients qui ont les indices pronostiques (PI) inférieurs

et supérieurs à la médiane des PI), la p-valeur du modèle de Cox univarié (partie 1.7.4), et

la différence entre la déviance du modèle avec prédicteurs et du modèle nul, sans prédic-

teur. Leurs résultats montrent que la pénalisation ridge obtient les meilleures prédictions

sur les jeux de données choisis, et que l’utilisation des N gènes qui ont les p-valeurs du

modèle de Cox les plus faible (avec N fixé par validation croisée) ne suffit pas à prédire

correctement la survie.

Par la suite, BENNER et collab. [2010] ont comparé les pénalisations ridge, lasso, elastic

net et adaptive lasso. Leur étude porte sur des données simulées, sur des données d’ex-

pression génétique provenant d’une cohorte de patients atteints d’une leucémie myé-

loïde aiguë (LAML, Tab. 1.2) [METZELER et collab., 2008], et sur des données d’expression

génétique de patientes atteintes d’un cancer du sein (BRCA, Tab. 1.2) [VAN ’T VEER et col-

lab., 2002]. Les métriques utilisées pour évaluer la sélection sur données simulées sont le

nombre de faux positifs et le nombre de faux négatifs, définis respectivement comme le

nombre de gènes sélectionnés à tort, et le nombre de gènes non sélectionnés à tort. La

métrique utilisée pour évaluer les prédictions est le score de Brier intégré (partie 1.7.5).

Comme conclusions pratiques, les auteurs suggèrent d’utiliser la pénalisation lasso ou

elastic net, et de poursuivre les recherches sur le pré-filtrage des gènes avant l’utilisation

du modèle de Cox. L’impact du pré-filtrage sur la prédiction fera l’objet du chapitre 3.

Ensuite, OJEDA et collab. [2016] ont montré que les pénalités ridge, lasso et elastic net

dans le modèle de Cox ont des performances de prédiction équivalentes en grande di-

mension. Les auteurs ont utilisé des données simulées et des données de patients atteints

d’une maladie de l’artère coronaire. Le C-index est utilisé pour évaluer les performances

de prédiction des différents modèles.

Enfin, concernant les performances de sélection, ROBERTS et NOWAK [2014] ont mon-

tré que l’ensemble des gènes sélectionnés par la pénalisation lasso est instable et dépend

de la validation croisée qui permet de calculer le poids de la pénalisation λ (partie 1.8.3).
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Ainsi, l’objectif de ce chapitre est d’étendre les résultats décrits ci-dessus en menant

une analyse pan-cancer des données mRNA-seq de TCGA et en utilisant toutes les mé-

triques d’évaluation classiques des modèles. Pour la prédiction, nous utiliserons le C-

index, l’IBS, et la p-valeur du modèle de Cox univarié (partie 1.7). Pour évaluer la sélection,

nous avons choisi la proportion de faux positifs (False Discovery Proportion (FDP)) et la

sensibilité. Enfin, les deux heuristiques classiques pour le choix du poids λ de la pénali-

sation (partie 1.8.3) seront étudiées.

Par souci de clarté, les figures contiendront les résultats obtenus pour les 10 cancers

pour lesquels le C-index médian calculé avec les données mRNA-seq est le plus grand.

Les figures obtenues pour les 16 autres cancers seront placées en annexe.

2.2 Comparaison des capacités de prédiction des méthodes

de pénalisation du modèle de Cox sur données réelles

Pour évaluer les capacités de prédiction des différentes pénalisations du modèle de

Cox, nous avons calculé 50 valeurs de C-index, IBS et p-valeur du modèle de Cox univarié

par 10 répétitions d’une validation croisée (K=5) (partie 1.7.2). Pour chaque répétition, les

quatre pénalités considérées sont appliquées (i.e. ridge, lasso, elastic net, adaptive elastic

net).

2.2.1 Choix du poids de la pénalisation

Afin de déterminer quelle heuristique choisir pour le poids assigné à la pénalisation

(i.e. λmin ou λ1se), nous avons fait un test des rangs signés de Wilcoxon entre les C-index

obtenus avec λmin et ceux obtenus avec λ1se pour chacun des cancers. Nous avons effec-

tué des tests similaires pour l’IBS et la p-valeur du modèle de Cox univarié. Pour certains

jeux de données, aucun gène n’est sélectionné avec λ1se et les métriques d’évaluation des

prédictions (i.e. C-index, p-valeurs du modèle de Cox univarié et IBS) ne peuvent pas être

calculées. Sur les 104 combinaisons possibles entre jeux de données (26 cancers) et mé-

thodes (4), 14 comparaisons entre λmin et λ1se ne peuvent pas être effectuées. Ainsi, nous

avons pu calculer 90 p-valeurs issues de tests des rangs signés de Wilcoxon et corrigées

suivant les cancers pour chacune des méthodes.

Le premier test que nous avons effectué permet de déterminer si les prédictions ob-

tenues avec λmin sont meilleures que celles obtenues avec λ1se (i.e. test des rangs signés

de Wilcoxon unilatéral). Sur les 90 tests que nous avons effectués et après correction par

Benjamini-Hochberg pour chaque méthode suivant les cancers, 41, 35 et 2 tests sont si-

gnificatifs au niveau 0,05 pour le C-index, la p-valeur du modèle de Cox et l’IBS, respecti-

vement. Plus précisément et pour le C-index, pour 16 cancers sur 26 les prédictions sont

significativement meilleures avec λmin pour ridge, 9 sur 19 pour lasso, 8 sur 19 pour elastic
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net, et 8 sur 26 pour adaptive elastic net (Fig. 2.1, Fig. Annexe A.1 et A.2).

De la même manière, nous avons testé si les prédictions obtenus avecλ1se sont meilleures

que celles obtenues avec λmin (i.e. test des rangs signés de Wilcoxon unilatéral). Sur les 90

tests que nous avons effectués et après correction par Benjamini-Hochberg pour chaque

méthode suivant les cancers, respectivement 6, 5 et 35 tests sont significatifs au niveau

0,05 pour le C-index, la p-valeur du modèle de Cox et l’IBS, respectivement. Plus pré-

cisément, les C-index sont significativement meilleures avec λ1se pour 6 cancers sur 26

pour adaptive elastic net, et pour aucun jeu de données pour les trois autres méthodes.

Des résultats similaires sont obtenus pour la p-valeurs du modèle de Cox, avec 5 jeux de

données pour lesquels les prédictions sont meilleurs avec λ1se et la pénalisation ridge, et

aucun pour les trois autres méthodes. Concernant l’IBS, les 35 tests significatifs se répar-

tissent entre les pénalisations ridge (13 tests significatifs) et adaptive elastic net (22 test

significatifs).
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FIGURE 2.1 – C-index médians obtenus avec λ.min et λ.1se pour les quatre pénalisations et l’en-
semble des 26 cancers de TCGA étudiés.
Nous avons calculé les indices pronostiques par 10 répétitions d’une validation croisée
(K=5). La médiane des 50 C-index est affichée ici pour chaque cancer.
(A) Ridge, (B) lasso, (C) elastic net (EN), (D) adaptive elastic net (AEN).

Ainsi, en prenant le C-index ou la p-valeur du modèle de Cox comme métriques d’éva-
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luation, les prédictions sont significativement meilleures ou équivalentes avec λmin pour

ridge, lasso, et elastic net pour l’ensemble des jeux de données. Pour seulement 6 et 5

cancers pour le C-index et la p-valeur du modèle de Cox univarié, respectivement, λ1se

apporte de meilleures prédictions que λmin pour adaptive elastic net. Ainsi, si l’on consi-

dère le C-index et la p-valeur du modèle de Cox comme mesure de prédiction, λmin doit

être préféré.

En revanche, il est important de noter que cette tendance est inversée lorsque l’IBS

est défini comme métrique d’évaluation des prédictions pour ridge et adaptive elastic

net. Ce résultat suggère que la calibration est meilleure avec λ1se plutôt qu’avec λmin pour

ces deux méthodes. De plus, ASSEL et collab. [2017] ont montré que l’IBS est influencé par

le sur-apprentissage. Nous pouvons ainsi envisager qu’une pénalisation plus importante

permet de réduire le sur-apprentissage, et que λ1se permet d’obtenir des scores de Brier

plus faibles pour ridge et adaptive elastic net.

Finalement, au vu des résultats exposés dans cette partie et en considérant que la dis-

crimination est plus importante que la calibration pour des applications pratiques HAR-

RELL et collab. [1996], nous utiliserons systématiquement λmin pour prédire la survie.

2.2.2 Comparaison des différentes métriques d’évaluation

Comme nous l’avons souligné en introduction, le C-index est une mesure de discri-

mination (i.e. capacité à classer les patients en termes de risque), la p-valeur du modèle

de Cox univarié permet de quantifier l’intensité de la corrélation entre les indices pronos-

tiques et la survie, et l’IBS mesure à la fois la discrimination et la calibration du modèle.

Dans cette partie, afin d’obtenir une meilleure interprétation des résultats, nous allons

analyser les corrélations qui existent entre les différentes métriques à travers l’ensemble

des 26 cancers étudiés.

Nous observons que le C-index et la p-valeur du modèle de Cox univarié sont for-

tement corrélés (corrélations < -0,75 et p-valeurs d’un test de Pearson < 0,001 pour les

quatre pénalisations, Tableau 2.1). La p-valeur du modèle de Cox univarié peut être vue

comme une comme métrique d’évaluation des prédictions complémentaire du C-index :

elle permet d’observer si, en plus d’une bonne capacité de discrimination, la valeur des

indices pronostiques est corrélée à la survie à travers un modèle à risques proportionnels

(linéaire généralisé). En effet, il est possible de changer la distribution des indices pro-

nostiques sans changer le C-index (i.e. sans changer les rangs), mais en dégradant ou en

améliorant la p-valeur du modèle de Cox univarié.

En revanche, les corrélations entre le C-index et l’IBS, et entre la p-valeur du modèle

de Cox et l’IBS sont plus faible (-0,55 au plus et 0.45 au plus, respectivement). Ce résultat

suggère que la calibration du modèle ne dépend pas de ses capacités de discrimination.

En effet, si c’était le cas, l’IBS serait composé d’une somme de deux scores (partie 1.7.5)

corrélés à la discrimination, et une corrélation plus marquée serait observée.
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Pour certains cancers, nous observons que le C-index et l’IBS sont faibles (Fig. 2.2). Par

exemple, pour GBM, le C-index médian obtenu avec la pénalisation elastic net est de 0,53

et l’IBS de 0,12. Cela suggère que malgré une incapacité à classer les patients en terme de

risque, la calibration du modèle est bonne.

TABLEAU 2.1 – Corrélations entre les trois métriques d’évaluation des prédictions.
Nous calculons les corrélations pour chaque méthode suivant l’ensemble des 26 cancers étudiés
(chiffres dans le tableau), et un test de Pearson est effectué (étoiles dans le tableau ; n.s : non-
significatif ; + : p-valeur < 0,1 ; * : p-valeur < 0,05 ; ** : p-valeur < 0,01 ; *** : p-valeur < 0,001).

Méthode C / p C / IBS p / IBS
ridge -0,77 -0,47 0,45

*** * *
lasso -0,85 -0,53 0,42

*** ** *
EN -0,79 -0,55 0,35

*** ** +
AEN -0,75 -0,54 0,45

*** ** *
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FIGURE 2.2 – C-index médians en fonction des IBS médians calculés avec la pénalisation elastic
pour l’ensemble des 26 cancers de TCGA étudiés.

Nous avons calculé les indices pronostiques par 10 répétitions d’une validation croisée
(K=5). La médiane des 50 valeurs est affichée ici.
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2.2.3 Prédictions obtenues sur les différents jeux de données TCGA

Pour chaque cancer et chaque méthode, nous avons fait un test des rangs signés de

Wilcoxon pour déterminer si les C-index obtenus avec la méthode étudiée sont significati-

vement plus grands que ceux obtenus avec les trois autres méthodes. Nous considérerons

que ce test est significatif si la p-valeur est inférieure à 0,05.

Tout d’abord, il est important de noter que la variance et les métriques d’évaluation

des prédictions peuvent être influencées par le nombre de patients. Pour un jeu de don-

nées, plus le nombre de patients est important, plus les résultats seront stables, et plus la

variance sera faible. De plus, les p-valeurs sont influencées par le taille des échantillons

[THIESE et collab., 2016]. Ainsi, l’analyse que nous allons mener est pertinente pour com-

parer les méthodes au sein d’un même jeu de données, mais peut être biaisée par la taille

des échantillons lorsque les résultats sont comparés entre les cancers.

Les résultats obtenus sont très dépendants du jeu de données étudié (Fig. 2.2, Fig. 2.3,

et Fig. Annexe A.3). Par exemple, en prenant le C-index comme métrique d’évaluation, la

pénalisation ridge obtient les meilleurs résultats pour LIHC, alors qu’elle est dominée par

les trois autres méthodes (i.e. lasso, elastic net, adaptive elastic net) pour UVM (Fig. 2.3).

Il apparaît ainsi difficile de tirer des conclusions générales et de préconiser une méthode

plutôt qu’une autre pour l’ensemble des jeux de données.

Cependant, les C-index obtenus avec la pénalisation ridge sont significativement plus

importants que ceux obtenus par les trois autres méthodes (i.e. lasso, elastic net, adaptive

elastic net) pour 9 des 26 cancers étudiés (LGG, KIRC, PRAD, LIHC, BLCA, STAD, OV, LUSC

et READ, p-valeurs < 0.05, tests des rangs signés de Wilcoxon unilatéraux avec correction

de Benjamini-Hochberg, Fig. 2.3.A et Fig. Annexe A.3.A). La pénalité adaptive elastic net

domine les autres méthodes pour KIRP, CESC et ESCA, et les meilleurs résultats sont ob-

tenus avec le lasso pour THCA. Si la pénalité ridge semble la plus adaptée pour 9 des 26

cancers, elle est cependant dominée par les trois autres méthodes pour KIRP, UVM, CESC

et THCA. Nous avons obtenu des résultats similaires en prenant la p-valeur du modèle

de Cox univarié comme métrique d’évaluation : la pénalisation ridge domine les autres

méthodes pour 6 cancers (ACC, MESO, LGG, KIRC, LIHC et BLCA), alors que le lasso ob-

tient les meilleurs résultats pour THCA et adaptive elastic net pour CESC (Fig. 2.3.B et Fig.

Annexe A.3.B). En prenant l’IBS comme métrique d’évaluation, ridge et lasso dominent

les autres méthodes, chacune pour trois cancers (MESO, LGG, KIRC pour ridge, et UVM,

THCA, COAD pour le lasso, Fig. 2.3.C et Fig. Annexe A.3.C). L’IBS apparaît donc moins sen-

sible que les deux autres métriques (i.e. C-index et p-valeur du modèle de Cox univarié)

pour comparer les méthodes.

Enfin, parmi les trois méthodes qui permettent de sélectionner un sous-ensemble de

gènes et en choisissant le C-index comme critère de performance, elastic net domine

lasso pour 10 des 26 cancers (MESO, LGG, KIRC, CESC, UCEC, BLCA, LAML, BRCA, PAAD,

STAD), alors que de meilleurs résultats sont obtenus avec lasso pour seulement un cancer
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(THCA). De même, elastic net obtient de meilleurs résultats qu’adaptive elastic net pour

7 cancers (ACC, MESO, LGG, KIRC, PRAD, UCEC, LAML), alors que l’inverse est vrai pour

5 cancers (KIRP, CESC, PAAD, OV, ESCA). Les résultats vont dans le même sens pour la

p-valeur du modèle de Cox univarié et l’IBS. Ainsi, en moyenne, elastic net semble mieux

prédire la survie que lasso et adaptive elastic net. Ce résultat reste cependant à nuancer

car elastic net obtient de moins bons résultats qu’au moins une des deux autres méthodes

pour certains jeux de données.

2.2.4 Nombre de gènes sélectionnés et temps de calcul

Le nombre de gènes sélectionnés est plus important pour elastic net et adaptive elastic

net que pour lasso, à la fois pour λmin et pour λ1se (Fig. 2.4.A et Fig. Annexe A.4.A). En effet,

la pénalisation lasso a tendance à ne sélectionner qu’une variable parmi un groupe de

variables corrélées, alors que elastic net assigne des coefficients similaires, au signe près,

aux variables d’un tel groupe [ZOU et HASTIE, 2005]. De plus, pour les 7 cancers qui ont les

C-index médians les plus élevés (ACC, KIRP, UVM, MESO, LGG, KIRC, CESC), le nombre de

gènes sélectionné par elastic net et adaptive elastic net est comparable, alors qu’il devient

plus important pour adaptive elastic net pour les 19 autres cancers. La procédure en deux

étapes permet de « forcer » l’algorithme à sélectionner des gènes.

Ensuite, le nombre médian de gènes sélectionnés avec λ1se comme poids assigné à

la pénalité est non nul pour ACC, KIRP, UVM, MESO, LGG et KIRC pour lasso, et devient

nul pour les autres cancers (Fig. 2.4.A et Fig. Annexe A.4.A). Des résultats similaires sont

observés pour elastic net, avec seulement deux jeux de données en plus de ceux évoqués

ci-dessus pour lesquels le nombre médian de gènes sélectionnés est différent de 0 pour

λ1se. Ainsi, l’heuristique du λ1se semble trop pénalisante, et ne permet pas de sélectionner

un nombre suffisant de gènes dans le modèle.

Enfin, adaptive elastic net est une procédure en deux étapes (partie 1.8.3) et nécessite

des temps de calculs plus importants que les trois autres méthodes (Fig. 2.4.B et Fig. An-

nexe A.4.B). En revanche, lasso, elastic net et ridge ont tous des temps de calcul similaires.

Remarquons que pour les cancers pour lesquels les prédictions obtenues sont les

moins bonnes, nous observons un nombre important d’erreurs (i.e. erreur lors de l’ap-

pel de la fonction glmnet permettant d’apprendre un modèle de Cox pénalisé, ou aucun

gène sélectionné) dans le calcul des métriques de prédiction (Fig. 2.4.C et Fig. Annexe

A.4.C).
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FIGURE 2.3 – C-index (A), p-valeurs du modèle de Cox univarié (-log10) (B), et IBS (C) obtenus
avec les données mRNA-seq.
Pour chaque cancer et chaque méthode de pénalisation, les 50 C-index, p-valeurs, et IBS
sont calculés par 10 répétitions d’une validation croisée (K=5) sur l’ensemble des gènes.

Les boites représentent les C-index (A), p-valeurs (-log10) (B), et IBS (C) obtenus avec
λmin, et les croix rouges représentent le C-index (A), p-valeurs (-log10) (B), et IBS (C)

médians obtenus avec λ1se.
Les nombres de patients dans les jeux de données sont notés en noir en bas du

graphique A.
Les 10 cancers qui ont le plus grand C-index médian calculé avec la pénalisation ridge
sont présentés. Les résultats obtenus pour les 16 autres cancers étudiés sont placés en

annexe (Fig. Annexe A.3).
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FIGURE 2.4 – Nombre de gènes sélectionnés (A), temps de calcul médian (s) (B), et nombre d’er-
reurs dans le calcul du C-index avec λmin (C) des méthodes de pénalisation obtenus avec les
données mRNA-seq.

Pour chaque cancer et chaque méthode de pénalisation, 50 modèles sont appris par 10
répétitions d’une validation croisée (K=5) sur l’ensemble des gènes. Pour chacun des 50

apprentissages, le nombre de gènes sélectionnés (A) et le temps de calcul (B) sont
mesurés. Les croix rouges dans le graphique A représentent le nombre médian de gènes

sélectionnés avec λ1se. Une erreur correspond au cas où aucun gène n’est sélectionné, ou
lorsqu’une erreur apparaît dans l’appel de la fonction glmnet permettant d’apprendre

un modèle de Cox pénalisé.
Les nombres de patients dans les jeux de données sont notés en noir en bas du

graphique A.
Les 10 cancers qui ont le plus grand C-index médian calculé avec la pénalisation ridge
sont présentés. Les résultats obtenus pour les 16 autres cancers étudiés sont placés en

annexe (Fig. Annexe A.4).
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2.3 Combinaison des données cliniques et mRNA-seq pour

prédire la survie

2.3.1 Bibliographie et objectifs

Les données transcriptomiques ont montré une valeur ajoutée par rapport aux cri-

tères cliniques pour prédire la survie pour certains cancers. Par exemple, BØVELSTAD et col-

lab. [2009] ont montré que la combinaison des données cliniques classiques et des don-

nées d’expression génétique permet d’obtenir de meilleures prédiction par rapport aux

données cliniques seules. Ensuite, ZHAO et collab. [2015], dans un travail visant à étudier

l’intérêt de mixer plusieurs types de données génomiques, ont montré que les données

qui ont la plus forte valeur prédictive sont le couplage des données cliniques et d’expres-

sion génétique. Le C-index est utilisé comme métrique d’évaluation des prédictions, et

quatre cancers de TCGA sont utilisés. Ces résultats ont été renforcé par l’étude de 14 can-

cers de TCGA [ZHU et collab., 2017], et les auteurs ont observé un intérêt des données

génomiques pour la prédiction pour la moitié des cancers étudiés. Par la suite, MILANEZ-

ALMEIDA et collab. [2020] ont montré que les données mRNA-seq apportent une valeur

prédictive par rapport aux données cliniques seules sur l’ensemble des 13 jeux de don-

nées de TCGA étudiés, et en prenant le C-index comme métrique d’évaluation. L’intérêt

des données génomiques a été montré dans de nombreux autres papiers [LÓPEZ DE MA-

TURANA et collab., 2019].

Cependant, l’apport des données mRNA-seq pour prédire la survie n’est pas toujours

vérifié. En effet, VOLKMANN et collab. [2019] ont montré que les données d’expression gé-

nétiques n’apportent aucune valeur prédictive pour le cancer du sein (BRCA) sur deux

jeux de données indépendants lorsqu’un nombre suffisant de variables cliniques est uti-

lisé. Les auteurs ont utilisé l’IBS et le C-index comme mesures de la qualité de la qualité de

prédiction. De plus, dans une étude visant à intégrer les données multi-omiques pour pré-

dire la survie, HERRMANN et collab. [2020] ont montré que les prédictions obtenues avec

la meilleure méthode d’intégration testée sont seulement très légèrement supérieures à

celles obtenues avec uniquement les données cliniques. Dans cette étude, les auteurs ont

ajouté aux variables cliniques classiques des données spécifiques à chaque cancer étudié.

Dans ce contexte, l’objectif de cette partie et d’étudier l’apport des données mRNA-

seq pour prédire la survie par rapport aux données cliniques classiques sur les 26 jeux de

données de TCGA choisis à la partie 1.5.2.

2.3.2 Méthodologie et données cliniques utilisées

Certaines données cliniques sont classiquement utilisées en pratique pour établir un

pronostique de la récidive ou de la survie des patients.

Le « grade » est déterminé lors de l’examen anatomopathologique (i.e. examen à l’oeil
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nu et au microscope des tissus prélevés). Il se définit à partir de l’apparence des cellules

cancéreuses (plus une cellule cancéreuse ressemble aux cellules normales, moins elle est

agressive, et plus une cellule s’est modifiée par rapport aux cellules normales, plus elle est

agressive), de la forme des noyaux (plus les noyaux des cellules cancéreuses sont gros, et

de tailles et de formes variées, plus la tumeur est agressive), et du nombre de cellules en

division (plus une cellule cancéreuse se développe vite, plus elle se divise rapidement, et

plus le risque de propagation du cancer dans l’organisme augmente). Un score définis-

sant le grade est attribué à la tumeur suivant ces trois critères. Le grade 1 correspond aux

tumeurs les moins agressives, et le grade 4 aux plus agressives.

La classification internationale TNM permet de définir le « stade » d’un cancer. La

lettre « T » est l’initiale de « Tumor » (tumeur) et correspond à la taille de la tumeur (T0,

T1, T2, T3, T4) ; la lettre « N » est l’initiale de « Node » (ganglion) et indique si les ganglions

lymphatiques ont été envahis (N1) ou non (N0) ; la lettre « M » est l’initiale de « Metastasis »

(métastase) et indique la présence (M1) ou non (M0) de métastases. Ces trois variables

permettent de définir le stade (stade 1, 2, 3, ou 4). Les définitions du stade diffèrent sui-

vant les cancers en fonction de leur valeur pronostique [BRIERLEY et collab., 2017], et nous

utiliserons ces trois variables T, N et M comme prédicteurs dans le modèle de Cox.

Ces six données cliniques sont classiquement utilisées pour prédire la survie [LU et col-

lab., 2018; MILANEZ-ALMEIDA et collab., 2020; ROSENBERG et collab., 2005]. Nous les rete-

nons uniquement lorsqu’elles sont présentes pour au moins 90% des patients de TCGA.

L’âge est disponible pour les 26 cancers, le genre pour les 22 cancers non unisexe (i.e.

CESC et UCEC sont des cancers touchant uniquement les femmes, PRAD uniquement les

hommes, et le jeu de données TCGT ne contient que des patients masculins). Le grade

n’est pas disponible pour 10 cancers, la variable T pour 19, la variable N pour 18, et la

variable M pour 14 (Tab. 2.2).

La fonction coxph du package survival [THERNEAU, 2020] permet d’apprendre un

modèle de Cox sans pénalisation avec un nombre restreint de variables. Les variables cli-

niques catégorielles (i.e. genre, grade, T, N, et M) sont subdivisées en différentes variables

à l’intérieur de cette fonction. Par exemple, le grade est décrit par trois variables :

— « grade 2 » : 1 pour les patients de grade 2, 0 pour les autres.

— « grade 3 » : 1 pour les patients de grade 3, 0 pour les autres.

— « grade 4 » : 1 pour les patients de grade 4, 0 pour les autres.

Pour étudier la valeur ajoutée des ARNm pour la prédiction de la survie par rapport

à ces variables cliniques classiques, nous avons calculé 50 C-index obtenus avec ces six

variables cliniques (lorsqu’elles sont disponibles), 50 C-index obtenus avec les données

mRNA-seq, et 50 C-index en mixant les données cliniques et les données mRNA-seq. Ces

50 C-index sont calculés par 10 répétitions d’une validation croisée (K=5) dans chacun

des cas (Fig. 1.6).

57



CHAPITRE 2. COMPARAISON ET ÉVALUATION DES MÉTHODES DE PÉNALISATION
DU MODÈLE DE COX AVEC LES DONNÉES MRNA-SEQ

Cancer Age Genre Grade T N M
ACC 1 1 0 1 1 0
BLCA 1 1 1 1 1 1
BRCA 1 1 0 1 1 1
CESC 1 0 1 0 0 0
COAD 1 1 0 1 1 1
ESCA 1 1 0 1 1 0
GBM 1 1 0 0 0 0
HNSC 1 1 1 1 1 0
KIRC 1 1 1 1 1 1
KIRP 1 1 0 1 1 1
LAML 1 1 0 0 0 0
LGG 1 1 1 0 0 0
LIHC 1 1 1 1 1 1

Cancer Age Genre Grade T N M
LUAD 1 1 0 1 1 1
LUSC 1 1 0 1 1 1
MESO 1 1 0 1 1 1
OV 1 1 1 0 0 0
PAAD 1 1 1 1 1 1
PRAD 1 0 0 1 0 0
READ 1 1 0 1 1 1
STAD 1 1 1 1 1 1
TGCT 1 0 0 1 1 0
THCA 1 1 0 1 1 1
THYM 1 1 0 0 0 0
UCEC 1 0 1 0 0 0
UVM 1 1 0 1 1 1

TABLEAU 2.2 – Variables cliniques présentes pour chacun des 26 cancers étudiés.
1 : la variable clinique est présente pour au moins 90% des patients ; 0 : la variable clinique n’est
pas présente pour au moins 10% des patients.

Ensuite, pour mixer les données cliniques et les données mRNA-seq, les indices pro-

nostiques calculés avec les données mRNA-seq sont utilisés comme une nouvelle co-

variable explicative, en plus des variables cliniques. L’objectif est que les variables cli-

niques gardent une grande importance et ne soient pas « noyées » sous le nombre de

gènes. Pour évaluer la valeur ajoutée des données mRNA-seq dans la prédiction par rap-

port aux données cliniques seules, nous faisons un test de Wilcoxon unilatéral pour chaque

cancer. Ce test permet d’observer si le C-index médian obtenu avec le mixte des données

cliniques et mRNA-seq est significativement supérieur à celui obtenu avec les données

cliniques seules.

Enfin, au vu des résultats de la partie 2.2.3, nous avons choisi d’utiliser la pénalisation

ridge pour calculer les indices pronostiques du jeu de données mRNA-seq.

2.3.3 Apport des données mRNA-seq pour prédire la survie

Ainsi, pour 12 cancers (ACC, BLCA, BRCA, CESC, HNSC, KIRP, LGG, LIHC, MESO,

PAAD, PRAD, THYM) sur les 26 étudiés, l’ajout des données mRNA-seq aux données cli-

niques améliorent le C-index significativement par rapport aux données cliniques seules

(p-valeur < 0,05 ; test de Wilcoxon unilatéral avec correction de Benjamini-Hochberg) (Fig.

2.5 et Fig. Annexe A.5). Dans la partie 2.3.1, nous avons vu que VOLKMANN et collab. [2019]

n’ont pas observé de valeur ajoutée des données mRNA-seq dans la prédiction pour BRCA

lorsqu’un nombre suffisant de variables cliniques est utilisé. Leurs résultats divergent

ainsi des nôtres, mais cela s’explique par l’utilisation d’une variables clinique spécifique

au cancer du sein dans leur étude, la présence ou non de récepteurs des œstrogènes. En

revanche, pour COAD, ESCA, GBM, KIRC, LAML, LUAD, LUSC, OV, READ, STAD, TGCT,

THCA, UCEC, et UVM, les données mRNA-seq n’apportent pas de valeur prédictive par
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rapport aux données cliniques.

De manière intéressante, pour COAD et TGCT, les données mRNA-seq ne permettent

pas d’obtenir de bonnes prédictions (C-index médian < 0.55), alors que les données cli-

niques permettent de prédire correctement la survie (C-index médian > 0.70).

En prenant la p-valeur du modèle de Cox univarié comme métrique d’évaluation des

prédictions, l’ajout des données mRNA-seq aux données cliniques est pertinent pour 12

cancers (ACC, BLCA, CESC, HNSC, KIRC, KIRP, LGG, LIHC, MESO, PAAD, PRAD, UVM),

dont 10 sont communs avec ceux cités au paragraphe précédent. Ces résultats concordent

globalement avec ceux obtenus par MILANEZ-ALMEIDA et collab. [2020], sauf pour LAML,

et LUAD. Différentes raisons peuvent expliquer ces divergences :

— Dans la validation croisée, MILANEZ-ALMEIDA et collab. [2020] ont utilisé 50% des

patients à la fois pour le jeu d’apprentissage et le jeu test (80% et 20% dans notre

cas, respectivement).

— Les tests effectués par MILANEZ-ALMEIDA et collab. [2020] portent sur les intervalles

de confiance des p-valeurs du modèle de Cox univarié après correction par la mé-

thode de Benjamini-Hochberg, alors que nous avons utilisé un test des rangs signés

de Wilcoxon.

— Nous avons corrigé les p-valeurs obtenues pour chaque cancer par la méthode de

Benjamini-Hochberg.

Pour résumer, en considérant que l’ajout des données mRNA-seq aux données cli-

niques classiques est pertinentes pour la prédiction si et seulement si au moins une des

métriques d’évaluation est améliorée de manière significative, les données d’expressions

génétique sont intéressantes pour prédire la survie pour 14 cancers sur 26 (ACC, BLCA,

BRCA, CESC, HNSC, KIRC, KIRP, LGG, LIHC, MESO, PAAD, PRAD, THYM, UVM). Cepen-

dant, ces résultats sont à nuancer car nous avons utilisé uniquement des variables cli-

niques classiques, et aucune variable spécifique des cancers étudiés (e.g. œstrogènes pour

BRCA, VOLKMANN et collab. [2019], HERRMANN et collab. [2020]). De plus, au-delà de la

simple prédiction, les données mRNA-seq peuvent être utilisées pour différentes tâches

[LÓPEZ DE MATURANA et collab., 2016] :

— stratifier les patients suivant les profils transcriptomiques [RICKETTS et collab., 2018].

— identifier des marqueurs prédictifs de réponse aux traitements [TERNÈS et collab.,

2017].

— identifier de potentielles cibles thérapeutiques [WEI et collab., 2017].

Enfin, il est intéressant de remarquer que pour MESO, bien que le stade (TNM), l’âge et

le sexe soient disponibles, les prédictions obtenues à partir de ces données cliniques sont

mauvaises (C-index médian de 0.51). En revanche, pour LAML et GBM, avec uniquement

l’âge et le genre comme variables cliniques prédictives de la survie, nous observons des

C-index médians de 0,66 et de 0,60 respectivement. Ces résultats sont concordants avec
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ceux obtenus par MILANEZ-ALMEIDA et collab. [2020] pour MESO et LAML, et l’étude des

données cliniques n’a pas été mené pour GBM dans leur papier.

*** ** n.s. *** *** n.s. *** *** *** n.s.
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FIGURE 2.5 – C-index obtenus avec les données cliniques, mRNA-seq, et en mixant les deux types
de données.

Pour chaque cancer, 50 C-index sont calculés en utilisant jusqu’à 6 variables cliniques
(âge, genre, grade, T, N, M - rouge), les données mRNA-seq (bleu), et en mixant les deux

types de données (i.e. les 6 variables cliniques et l’indice pronostique calculé avec les
données mRNA-seq sont utilisés - violet). Pour chaque cas, les 50 C-index sont calculés

par 10 répétitions d’une validation croisée (K=5).
L’âge est disponible pour tous les cancers et le genre pour 22 cancers sur 26 (i.e. non

disponible pour CESC, PRAD, TGCT et UCEC). Les lettres rouges en bas du graphique
indiquent la présence ou non des autres variables cliniques (G : grade, T : « Tumor », N :

« Node », M : « Metastasis »).
Les étoiles en haut du graphique représentent les niveaux de significativité (légende

ci-dessous) de tests de Wilcoxon unilatéraux corrigés par la méthode de
Benjamini-Hochberg suivant l’ensemble des 26 cancers. Ces tests permettent d’observer

si le C-index médian obtenu avec le mixte des données cliniques et mRNA-seq (violet)
est significativement supérieur à celui obtenu avec uniquement les données cliniques

(rouge)
n.s : non-significatif ; + : p-valeur < 0,1 ; * : p-valeur < 0,05 ; ** : p-valeur < 0,01 ; *** :

p-valeur < 0,001.

2.4 Procédure de simulation des données de survie et d’éva-

luation des pénalisations

2.4.1 Procédure de simulation

Nous avons construit une procédure de simulation afin d’obtenir des données aussi

proches que possible des données réelles. L’idée est d’évaluer les différentes pénalisa-

tions du modèle de Cox dans des conditions contrôlées et favorables (i.e. simulées avec le

même modèle de risques proportionnels).
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Tout d’abord, la structure de corrélation des données mRNA-seq est complexe et propre

à chaque cancer [ARAN et collab., 2015]. Ainsi, nous avons utilisé les données mRNA-seq

réelles de TCGA, et ces données ne sont donc pas simulées. Pour réduire la dimension,

nous avons fait une première étape de pré-filtrage afin de ne garder que les 1 000 gènes

qui ont les plus faibles p-valeurs du modèle de Cox univarié. Cette approche intuitive et

simple permet de réduire le nombre de prédicteurs aux 1 000 gènes les plus corrélés à

la survie, et demeure souvent utilisée en pratique [JIANG et collab., 2016; ZHAO et col-

lab., 2015]. Nous avons utilisé les niveaux réels standardisés d’expression de ces 1 000

gènes pour simuler les temps de survie, et nous avons appliqué les méthodes de pénali-

sation (i.e. ridge, lasso, elastic net, adaptive elastic net) sur ces données transcriptomiques

réelles et les temps de survie simulés.

Nous avons simulé les données de survie en différentes étapes décrites ci-dessous :

1. Choix au hasard des N gènes qui auront des coefficients β j du modèle de Cox non

nuls. Ces gènes sont ainsi corrélés à la survie dans les simulations et constituent la

« vérité terrain ». Le nombre N de gènes avec des coefficients β j non nuls s’échelon-

nera suivant les valeurs 10, 25, 50, 100 et 1 000.

2. Définition de la fonction de risque de base h0. Pour cela un modèle de Cox-Weibull

[KALBFLEISCH et PRENTICE, 2011] est appris sur les données réelles. Dans ce modèle,

on suppose que le temps de survie de base T0 suit une loi de Weibull de paramètres

r et s. Sous cette hypothèse, la fonction de risque de base h0 = f0/S0 (partie 1.6.4)

est de la forme h0(t ) = r st s−1. Nous avons ainsi estimé les deux paramètres de la

loi de Weibull sur les données réelles de TCGA, et nous les avons utilisé pour les

simulations.

3. Choix des coefficients β j pour les gènes de la vérité terrain, tirés aléatoirement sui-

vant une loi N (0,σ2), avec σ = 0,1; 0,25; 0,5; 1.

Ces deux premières étapes permettent de choisir le vecteur de coefficientsβ, et nous

pouvons définir un indice pronostique « oracle » comme la somme des β j X j , i =

j , . . . ,1 000, pour chaque patient du jeu de données test. La notion d’ « Oracle » ren-

voie au cas où le vecteur des coefficients β est connu, et nous l’utiliserons dans la

suite pour définir le « C-index oracle », la « p-valeur oracle », et « l’IBS oracle » (partie

2.4.1.

4. Simulation des temps de survie Ti pour chaque patient i = 1, . . . ,n [BENDER et col-

lab., 2005]. En notant F(i ) la fonction de répartition de la variable aléatoire du temps

de survie T(i ) pour le patient i , on a : F(i )(t |X(i )) = 1− exp(−H0(t )exp(βTX(i ))). En-

suite, la variable aléatoire 1 − U = F(i )(T(i )|X(i )) est uniforme et prend ses valeurs

entre 0 et 1 [MOOD, 1974]. Finalement, en combinant les deux équations ci-dessus,

on obtient :

T(i ) = H−1
0 (− log(U)exp(−βTX(i ))).
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En supposant que le temps de survie de base T0 suit une loi de Weibull de para-

mètres r et s, la fonction de hasard cumulé de base est de la forme H0(t ) = r t s , et on

a :

T(i ) =
(
− log(U)exp(−βTX(i ))

r

)1/s

5. Simulations des temps de censure Ci pour chaque patient i = 1, . . . ,n [WAN, 2017].

Les temps de censure sont tirés suivant une loi uniforme de paramètres 0 et θ. Nous

estimons le paramètre θ afin d’obtenir le même taux de censure que le jeu de don-

nées réel.

Ainsi, à la fin de ce processus de simulation, le temps de suivi ti est défini par ti =

min(Ti ,Ci ), avec Ti le temps de survie et Ci le temps de censure, et le statut par δi = 1Ti≤Ci ,

pour i = 1, . . . ,n.

2.4.2 Exemple de données de survie simulées

Les temps de survie obtenus sont représentés dans la Figure 2.6 pour LGG. Nous avons

séparé les patients en quatre groupes de tailles égales suivant le quartile inférieur, la mé-

diane, et le quartile supérieur des indices pronostiques oracles. Plus les courbes sont dis-

tinctes, et plus la séparation des patients en quatre groupes est pertinente en terme de

risque associé à la survie.

Lorsque σ = 0,1 et N = 10, les gènes sont peu corrélés à la survie, et les indices pronos-

tiques ne permettent pas de bien distinguer les patients en terme de risque (Fig. 2.6.C). Au

contraire, lorsque l’on augmente σ (σ = 1) sans toucher à N (N = 10), l’intensité moyenne

des coefficients |β j | est plus importante et la corrélation des indices pronostiques avec

la survie est plus grande. La séparation entre les patients est alors plus efficace, et les

courbes de survie sont plus distinctes (Fig. 2.6.D).

De la même manière, lorsque l’on augmente N (N = 1 000) sans toucher à σ (σ = 0.1),

un nombre plus importants de gènes est corrélé à la survie, et les courbes de survie sont

plus distinctes (Fig. 2.6.A). Enfin, dans le cas extrême ou N = 1 000 et σ = 1, l’ensemble des

1 000 gènes sont fortement corrélés à la survie, et on distingue une forte séparation entre

les patients (i.e. presque aucun décès pour les patients qui ont un indice pronostique

supérieur à la médiane, et décès dès la première année pour les patients qui ont un indice

pronostique inférieur au premier quartile) (Fig. 2.6.B).

Cela peut s’expliquer de la manière suivante. Les indices pronostiques oracles (partie

2.4.1) sont de la forme PI(i )
or a =

∑N
j =1β( j )X

(i )
( j ), avec i = 1, . . . ,n l’indice d’un patient,β(1), . . . ,β(N)

les N coefficients tirés suivant une loi N (0,σ2), et X(i )
( j ) le niveau d’expression standardisé

du gène ( j ) pour le patient i . Les X( j ) sont déterministes et les β( j ) sont tirés de manière

indépendantes, donc la variance des PI oracles est de la forme :
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Var (PI(i )
or a) =σ2

N∑
j =1

X2
( j )

La variance des indices pronostiques peut être vue comme l’intensité de la corrélation

entre données d’expression génétique et survie, ou encore comme la quantité d’informa-

tion contenue dans les données d’expression génétique relative à la survie. Cette quantité

est de l’ordre de Nσ2, à une constante près. Lorsque σ = 0.1 et N = 1 000, cette quantité

d’information est de l’ordre de 10 (A) ; lorsque σ = 1 et N = 1 000, cette quantité d’informa-

tion est de l’ordre de 1 000 (B) ; lorsque σ = 0.1 et N = 10, cette quantité d’information est

de l’ordre de 0,001 (C) ; lorsque σ = 1 et N = 10, cette quantité d’information est de l’ordre

de 10 (D) (Fig. 2.7). Ces différents ordres de grandeur dans la quantité d’information ex-

pliquent donc les séparations plus ou moins distinctes des courbes de survie que nous

observons sur la Figure 2.6. En particulier, les courbes de survie des cas σ = 0,1, N = 1 000

et σ = 1, N = 10 contiennent la même quantité d’information et sont très similaires (Fig.

2.6 A et D, respectivement).

De la même manière, nous avons calculé les courbes de Kaplan-Meier sur données

réelles avec les indices pronostiques estimés avec un modèle de Cox avec pénalisation

elastic net (2.6.E). Nous voyons que la séparation des patients est intermédiaire entre les

courbes de la Figure 2.6.B et 2.6.C. Nous avons en effet choisi les paramètres N et σ pour

obtenir des simulations de temps de survie dont les résultats englobent les cas réels, et

pour que les cas σ = 0,1, N = 1 000 (σ minimum et N maximum) et σ = 1, N = 10 (σ maxi-

mum et N minimum) contiennent la même quantité d’information. Enfin, avec les pa-

ramètres σ = 0,25, N = 25, les PI réels et simulés sont comparables (Fig. 2.7.F) et, si l’on

s’arrête à l’horizon 5 ans, les courbes de survie le sont aussi (Fig. 2.6.F).

2.4.3 Évaluation des méthodes de pénalisation sur données simulées

Pour affiner et compléter les résultats obtenus sur données réelles, nous avons étu-

dié les capacités de prédiction des différentes pénalisations du modèle de Cox (i.e. ridge,

lasso, elastic net et adaptive elastic net) sur données simulées. Les simulations nous per-

mettent aussi d’étudier les capacités de sélection des pénalisation lasso, elastic net et

adaptive elastic net. Nous avons résumé le processus d’évaluation sur la Figure 2.8.

Concernant les prédictions, pour une simulation donnée, nous pouvons calculer un

« C-index oracle » (Ĉor a), une « p-valeur du modèle de Cox oracle » (p̂or a), et un « IBS

oracle » ( ˆIBSor a) à partir des « indices pronostiques oracles » du jeu de données test simulé

(partie 2.4.1 et Fig. 2.8). Ces indicateurs peuvent être considérés comme les métriques de

prédiction « optimales » que l’on peut atteindre avec le modèle. Nous pouvons ainsi établir

une comparaison de ces métriques oracles avec les métriques obtenues après estimation

du vecteur des coefficients β par le modèle de Cox pénalisé. Par exemple, pour le C-index,

nous calculons la différence Ĉor a − Ĉ entre le C-index oracle et le C-index obtenu après
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estimation des coefficients β j par le modèle de Cox pénalisé, pour chaque répétition (Fig.

2.8). Cette procédure permet donc d’évaluer dans quelle mesure les prédictions obtenues

si les coefficients β j étaient connus sont atteintes.

Concernant les performances de sélection, nous avons choisi la proportion de faux

positifs (False Discovery Proportion, FDP), qui se définit comme la proportion de faux po-

sitifs parmis les gènes sélectionnés, et la sensibilité, qui se définit comme la proportion

de gènes de la vérité terrain qui sont sélectionnés :

FDP =
FP

FP+VP

Sensibilité =
VP

VP+FN

avec « FP » le nombre de faux positifs, « VP » le nombre de vrais positifs, et « FN » le

nombre de faux négatifs. Nous définissons la vérité terrain comme les N gènes tirés aléa-

toirement dans le processus de simulation, et qui ont servi à simuler les temps de survie

(partie 2.4.1).

Dans les prochaines parties de ce chapitre, nous nous attacherons à étudier les capa-

cités de prédiction et de sélection du modèle de Cox pénalisé sur données simulées.
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FIGURE 2.6 – Courbes de Kaplan-Meier des données de survie obtenues avec différents para-
mètres de simulation et sur données réelles pour LGG.

Les données de survie sont simulées avec N = 1 000 et σ = 0.1 (A), N = 1 000 et σ = 1 (B),
N = 10 et σ = 0.1 (C), N = 10 et σ = 1 (D), N = 25 et σ = 0.25 (F), suivant la procédure décrite
à la partie 2.4.1. Les courbes de Kaplan-Meier obtenues après estimation des coefficients

β j par elastic net sur données réelles sont aussi tracées (F).
Dans chaque graphique, les quatre courbes correspondent aux courbes de survie

obtenues en séparant les patients suivant leurs indices pronostiques « oracles » pour les
simulations (A, B, C, D, F), et estimés par le modèle de Cox avec pénalisation elastic net

pour les données réelles (E). Pour les graphiques A, B, C, D et F, nous avons ajouté les
courbes de survie du modèle de Cox-Weibull calculées avec les PI médians de chaque

groupe (courbes lisses).
Bleu : PI inférieurs au premier quartile, jaune : PI compris entre le premier quartile et la

médiane, gris : PI compris entre la médiane et le troisième quartile, rouge : PI supérieurs
au troisième quartile.
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FIGURE 2.7 – Histogrammes des indices pronostiques oracles obtenus avec différents para-
mètres de simulation et sur données réelles pour LGG.

Les données de survie sont simulées avec N = 1 000 et σ = 0.1 (A), N = 1 000 et σ = 1 (B),
N = 10 et σ = 0.1 (C), N = 10 et σ = 1 (D), N = 25 et σ = 0.25 (F), suivant la procédure décrite

à la partie 2.4.1. Les indices pronostiques obtenus après estimation des coefficients β j

par elastic net sur données réelles sont aussi tracées (F).
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FIGURE 2.8 – Schéma récapitulatif des procédures de simulation et d’évaluation du modèle de
Cox pénalisé sur données simulées décrite dans la partie 2.4.1.
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2.5 Capacités de prédiction sur données simulées

2.5.1 Influence des paramètres de simulation sur les prédictions oracles

Tout d’abord, et de façon attendue, les prédictions oracles sont croissantes en fonc-

tion de l’écart-type σ des coefficients oracles β j non nuls, et du nombre N de gènes dans

la vérité terrain (Fig. 2.9.A, et données non montrées pour les autres cancers et les autres

métriques). Plus l’écart-type des coefficients β j non nuls est important, et donc plus l’in-

tensité de la corrélation entre niveaux d’expression et survie est élevée, plus les prédic-

tions oracles sont bonnes. De plus, même dans le cadre favorable où les données de sur-

vie sont simulées suivant un modèle de Cox-Weibull, si l’intensité des coefficients β j non

nuls et le nombre de gènes N dans la vérité terrain ne sont pas suffisants, les prédictions

oracles sont mauvaises (C-index < 0.6 pour l’ensemble des cancers, Fig. 2.9.A).

Notons que les C-index et les IBS oracles (Tab. 2.3) et estimés par le modèle de Cox pé-

nalisé sont très similaires suivant les jeux de données. Les C-index et les IBS oracles se ré-

partissent autour de 0,89 et 0,09 respectivement. En revanche, les p-valeurs du modèle de

Cox univarié diffèrent grandement d’un cancer à un autre. Ces différences s’expliquent en

partie par l’influence du nombre d’échantillons sur la p-valeur (Fig. 2.10). La corrélation

de Spearman entre le nombre de patients dans l’échantillon et la médiane des p-valeurs

du modèle de Cox univarié (-log10) oracles est de 0.90 (p-valeur < 0.001, test de corré-

lation de Spearman). Ainsi, la p-valeur du modèle de Cox univarié permet de comparer

des algorithmes sur un même jeu de données ou sur des jeux de données comportant

un nombre d’échantillons similaires, mais pas à comparer des résultats obtenus sur des

cohortes de tailles différentes. Ces corrélations ne sont pas observées pour le C-index et

l’IBS (0,43 pour le C-index, et -0,25 pour l’IBS).

TABLEAU 2.3 – Médianes des C-index oracles, des p-valeurs du modèle de Cox univarié (-log10)
oracles, et des IBS oracles pour les 26 cancers de TCGA étudiés - données simulées.
Les médianes sont calculées sur l’ensemble des simulations (σ = 0,1;0,25;0,5;1 et N =
10;25;50;100;1 000).

Cancer ACC BLCA BRCA CESC COAD ESCA GBM HNSC KIRC KIRP LAML LGG LIHC
C-index 0,83 0,89 0,92 0,91 0,91 0,9 0,86 0,89 0,89 0,91 0,87 0,88 0,9
-log10(p) 2,9 18 21 8,7 14 7,2 9,8 22 20 5,6 8,3 19 14
IBS 0,12 0,092 0,06 0,082 0,081 0,088 0,067 0,098 0,096 0,076 0,091 0,1 0,093

Cancer LUAD LUSC MESO OV PAAD PRAD READ STAD TGCT THCA THYM UCEC UVM
C-index 0,9 0,89 0,85 0,88 0,87 0,9 0,9 0,89 0,89 0,88 0,89 0,91 0,83
-log10(p) 20 23 5,4 17 8,3 19 5 16 4,9 20 4 18 2,6
IBS 0,093 0,095 0,079 0,079 0,11 0,085 0,092 0,1 0,1 0,087 0,098 0,077 0,11
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FIGURE 2.9 – C-index médians oracles (A) et estimés (B), et différences médianes entre les C-
index oracles et estimés (C) pour différents paramètres de simulation pour LGG et la pénalisa-
tion elastic net - données simulées.
Les C-index sont calculés par 10 répétitions d’une validation croisée (K=5) pour chaque

paramètre de simulation (σ = 0,1;0,25;0,5;1 et N = 10;25;50;100;1 000).
Ĉ : C-index estimé par le modèle de Cox pénalisé ; Ĉ.ora : C-index calculé avec les indices

pronostiques oracles utilisés pour les simulations. Le nombre médian de gènes
sélectionnés par la pénalisation elastic net est indiqué en blanc pour chaque paramètre

de simulation dans le graphique B.
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FIGURE 2.10 – Médiane des p-valeurs du modèle de Cox univarié (-log10) oracles en fonction du
nombre de patients pour les 26 cancers de TCGA étudiés - données simulées.
Les p-valeurs oracles du modèle de Cox univarié sont calculées par 10 répétitions d’une

validation croisée (K=5) pour chaque paramètre de simulation (σ = 0,1;0,25;0,5;1 et
N = 10;25;50;100;1 000), et la médiane est calculée.
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2.5.2 Influence des paramètres de simulation sur les prédictions obte-

nues avec le modèle de Cox pénalisé

Tout d’abord, nous observons que de meilleures prédictions sont obtenues avec le

modèle de Cox pénalisé lorsque σ et N augmentent, et cela pour chacune des trois mé-

triques (i.e. C-index, p-valeur du modèle de Cox univarié, IBS) (Fig. 2.9.B, et données non

montrées pour les autres cancers, les autres pénalisations, et les autres métriques). De

plus, plus sigma augmente, plus le nombre de gènes sélectionnés augmente et tend à être

sur-estimé (sauf pour le cas N = 1 000).

Ensuite, pour tous les jeux de données et les trois métriques d’évaluation des prédic-

tions (i.e. C-index, p-valeur du modèle de Cox univarié, IBS), nous observons qu’il est

préférable d’avoir peu de gènes fortement reliés à la survie (σ = 1 et N = 10, case en bas à

droite sur les graphiques de la Figure 2.9), que de nombreux gènes marginalement asso-

ciés à la survie (σ = 0.1 et N = 1 000, case en haut à gauche sur les graphiques de la Figure

2.9) pour les pénalisations lasso, elastic net et adaptive elastic net. En effet, ces deux scé-

narios de simulations contiennent la même quantité d’information (10), et les C-index

médians obtenus avec peu de gènes fortement corrélés à la survie (σ = 1 et N = 10) sont

plus élevés pour tous les cancers sauf pour KIRP (Fig. 2.11.A). Nous observons des résul-

tats similaires pour l’IBS et la p-valeur du modèle de Cox (Fig. Annexe A.6). Ces résultats

ne sont en revanche pas observés pour la pénalisation ridge : la qualité des prédictions

obtenues parait comparable entre ces deux cas « extrêmes » (Fig. 2.11.B). La pénalisation

ridge semble moins bien adaptée lorsque peu de gènes sont fortement reliés à la survie

(σ = 1 et N = 10), que les pénalisations permettant de sélectionner un sous-ensemble de

gènes (i.e. lasso, elastic net, adaptive elastic net).
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FIGURE 2.11 – C-index médians obtenus avec elastic net (A) et ridge (B) pour différents para-
mètres de simulations contenant la même quantité d’information pour les 26 cancers de TCGA
étudiés - données simulées.
Les C-index médians sont obtenus avec N = 1 000 et σ = 0.1 en ordonnée, l, et avec N = 10

et σ = 1 en abscisse.
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2.5.3 Comparaison des prédictions oracles et des prédictions obtenues

par le modèle de Cox pénalisé

Tout d’abord, nous observons que les métriques d’évaluation des prédictions (i.e. C-

index, p-valeur du modèle de Cox univarié, IBS) obtenues avec le modèle de Cox pénalisé

sont, à quelques exceptions près, moins bonnes que les métriques oracles (Fig. 2.12, don-

nées non montrées pour les autres cancers et les autres pénalisations). Ceci souligne que

les prédictions obtenues avec le modèle de Cox pénalisé sont « conservatives » : on estime

un effet moins fort (C-index plus faible, ou p-valeur et IBS plus élevés) que celui qui existe

réellement, ou qui est estimé ici par l’Oracle. Néanmoins, ce biais qui consiste à sous-

estimer les effets réels, est plutôt dans le bon sens pour interpréter nos découvertes. Si

l’on observe un C-index élevé (resp. une p-valeur du modèle de Cox faible, un IBS faible)

avec notre algorithme sur jeu de données réelles, on peut être confiant sur l’information

et les capacités prédictives des données.
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FIGURE 2.12 – Métrique oracle en fonction de la métrique estimée par le modèle de Cox avec
pénalisation elastic net pour LGG - données simulées.

(A) C-index, (B) p-valeur du modèle de Cox univarié (-log10), (C) IBS.
Chaque point correspond à une estimation de la métrique considérée pour des

paramètres de simulation données (σ = 0,1;0,25;0,5;1 et N = 10;25;50;100;1 000). Pour
chaque couple de paramètres (σ,N), les métriques d’évaluation des prédictions sont

calculées par 10 répétitions d’une validation croisée (K=5).
EN : elastic net.

Ensuite, notons que les performances de prédiction obtenues sur données simulées

dépendent des jeux de données (Tab. 2.4 et Tab. Annexe A.1 et A.2). Par exemple, la dif-

férence médiane entre C-index oracles et C-index obtenus par le modèle de Cox avec pé-

nalisation lasso sur les mêmes données simulées est de 0,16 pour ESCA, et de 0,054 pour

BRCA, soit une différence d’un facteur 3. Ces disparités peuvent venir des différents pa-

ramètres utilisés pour simuler les temps de survie (i.e. paramètres de la loi de Weibull,

partie 2.4.1), de la structure de corrélation des jeux de données (e.g. existence de sous-

types de cancers), ou encore du nombre de patients différents entre les jeux de données

(partie 2.5.1, Fig. 2.13.A). En revanche, le taux de censure n’a que peu d’influence sur les
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prédictions obtenues (Fig. 2.13.B). Les deux dernières conclusions se vérifient aussi pour

la p-valeur du modèle de Cox et l’IBS (Fig. Annexe A.7 et A.8 respectivement).

TABLEAU 2.4 – Médianes des différences entre C-index oracles et estimés par le modèle de Cox
pénalisé pour les 26 cancers de TCGA étudiés - données simulées.
Les médianes sont calculées sur l’ensemble des simulations (σ = 0,1;0,25;0,5;1 et N =
10;25;50;100;1 000).
EN : elastic net ; AEN : adaptive elastic net.

Cancer ridge lasso EN AEN
ACC 0,11 0,14 0,12 0,13
BLCA 0,11 0,084 0,086 0,082
BRCA 0,1 0,054 0,057 0,059
CESC 0,12 0,12 0,12 0,11
COAD 0,12 0,094 0,097 0,092
ESCA 0,16 0,16 0,16 0,14
GBM 0,14 0,13 0,13 0,12
HNSC 0,11 0,069 0,073 0,07
KIRC 0,082 0,059 0,06 0,057
KIRP 0,11 0,12 0,11 0,11
LAML 0,11 0,12 0,11 0,11
LGG 0,083 0,057 0,06 0,058
LIHC 0,1 0,087 0,086 0,087
LUAD 0,1 0,068 0,072 0,071
LUSC 0,11 0,073 0,077 0,074
MESO 0,14 0,13 0,13 0,13
OV 0,14 0,11 0,11 0,1
PAAD 0,11 0,11 0,11 0,1
PRAD 0,094 0,072 0,074 0,072
READ 0,14 0,16 0,14 0,14
STAD 0,11 0,079 0,083 0,08
TGCT 0,13 0,13 0,13 0,12
THCA 0,095 0,07 0,071 0,07
THYM 0,12 0,13 0,11 0,11
UCEC 0,12 0,08 0,081 0,081
UVM 0,088 0,11 0,095 0,11

Les pénalisation lasso, elastic net et adaptive elastic net atteignent des performances

de prédictions équivalentes (Tab. 2.4). En revanche, la pénalisation ridge obtient en moyenne

des résultats clairement dégradés en terme de qualité de prédiction. Par exemple, les dif-

férences médianes entre C-index oracles et estimés sont au moins 1,5 fois supérieurs à au

moins une des trois autres pénalisations (i.e. ridge, lasso, elastic net, adaptive elastic net)

pour BRCA, HNSC et LUSC. La pénalisation ridge assigne un coefficient β non nul à l’en-

semble des gènes, et lorsque que seul un sous-ensemble restreint de gènes est corrélé à

la survie, les prédictions obtenues sont parfois moins bonnes que les autres méthodes de

pénalisation qui permettent de sélectionner un sous-ensemble de gènes (i.e. lasso, elastic

net, adaptive elastic net).
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FIGURE 2.13 – Différences médianes entre les C-index oracles et estimés en fonction du nombre
de patients (A) et du taux de censure (B) pour l’ensemble des 26 cancers étudiés.
Les corrélations et les niveaux de significativité d’un test de Spearman sont indiqués en

haut des graphiques. (*** : p-valeur < 0,001 ; n.s. : non significatif). Les différences
médianes sont calculées sur l’ensemble des simulations (σ = 0,1;0,25;0,5;1 et

N = 10;25;50;100;1 000).

Enfin, les capacités de prédictions oracles sont loin d’être atteintes pour certains can-

cers. Par exemple, pour ESCA et la pénalisation elastic net, la différence médiane entre C-

index oracles et C-index obtenus par le modèle de Cox est de 0,16. De telles différences su-

périeures à 0,10 pour les quatre pénalisations étudiées (i.e. ridge, lasso, elastic net, adap-

tive elastic net) se retrouvent pour d’autres jeux de données (e.g. ACC, CESC, GBM, KIRP,

LAML, MESO, OV, PAAD, READ, TGCT, THYM). En moyenne et pour la pénalisation elastic

net, les différences médianes entre les C-index oracles et estimés sont de 0.099.

Ces résultats sous-optimaux de prédiction se retrouvent avec la p-valeur du modèle de

Cox univarié (Tab. Annexe A.1) et l’IBS (Tab. Annexe A.2). Nous avons calculé le niveau de

significativité de ces différences pour les trois métriques (i.e. C-index, p-valeur, IBS) par

un test des rangs signés de Wilcoxon unilatéral, et les p-valeurs corrigées par Benjamini-

Hochberg pour les 26 cancers sont toutes significatives au niveau 0,001, pour toutes les

métriques et toutes les pénalisations.

L’existence de corrélations entre les gènes de la vérité terrain et d’autres gènes rend

difficile la sélection des « vrais » prédicteurs. Dans les prochaines parties, nous allons éva-

luer les performances de sélection des pénalisations lasso, elastic net, et adaptive elastic,

et nous étudierons l’influence des performances de sélection sur les capacités de prédic-

tion.
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2.6 Capacités de sélection des méthodes de pénalisation du

modèle de Cox

2.6.1 Stabilité des gènes sélectionnés dans deux cohortes distinctes -

données réelles

Dans cette sous-partie, nous allons nous intéresser à la stabilité des gènes sélection-

nés (i.e. gènes avec des coefficients β non nuls dans le modèle de Cox pénalisé) sur deux

jeux de données ne contenant aucun patient en commun. Pour cela, nous avons séparé

les jeux de données de TCGA (données réelles) en deux sous-jeux de données contenant

chacun 50% des patients, et nous avons appliqué un modèle de Cox pénalisé sur ces deux

sous-jeux de données, indépendamment. Le pourcentage de gènes sélectionnés en com-

mun dans les deux sous-jeux de données peut ainsi être calculé, et cette métrique permet

d’estimer la stabilité de la sélection pour chacune des trois méthodes de pénalisation :

PourcGS =
#(GS1 ∩GS2)

min(#GS1,#GS2)
,

avec PourcGS le pourcentage de gènes sélectionnés à la fois dans les jeux de données

1 et 2 ; GSk l’ensemble des gènes sélectionnés dans le jeux de données k, k = 1,2 ; # la

fonction cardinale.

Nous avons répété cette procédure 50 fois pour les trois pénalisations (i.e. lasso, elastic

net, adaptive elastic net) et sur l’ensemble des cancers (Fig. 2.14 et Fig. Annexe A.9).

Tout d’abord, pour l’ensemble des méthodes et des jeux de données, le pourcentage

médian de gènes sélectionnés en commun dans les deux sous-jeux de données compor-

tant chacun 50% des patients n’excède pas 10% en moyenne (Fig. 2.14 et Fig. Annexe A.9).

La sélection est donc très instable et les gènes sélectionnés sur un jeu de données dé-

pendent des patients qui le compose.

Différentes hypothèses, biologiques et mathématiques, peuvent être émises quant à

l’origine de cette instabilité [DOMANY, 2014; EIN-DOR et collab., 2005]. Comme nous l’avons

vu en introduction, le « principe d’unicité du cancer » (partie 1.1.3), stipule que cette ma-

ladie est très hétérogène entre patients. Ainsi, afin d’obtenir des résultats plus robustes, la

taille des cohortes de patients doit être suffisamment grande [MICHIELS et collab., 2005].

Ensuite, la présence de fortes corrélations dans les données d’expression génétiques peut

induire une forte instabilité dans le sous-ensemble de gènes sélectionné. En effet, dans

deux sous-jeux de données, des gènes différents mais fortement corrélés peuvent être sé-

lectionnés.

Finalement, la stabilité des gènes sélectionnés est comparable pour elastic net et adap-

tive elastic net, et apparaît moins bonne pour lasso (Fig. 2.14 et Fig. Annexe A.9). En effet,

la pénalisation lasso a tendance à ne sélectionner qu’une variable parmi un groupe de

variables corrélées, alors que elastic net assigne des coefficients similaires, au signe près,
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aux variables d’un tel groupe [ZOU et HASTIE, 2005].

Pour remédier à cela, la méthode « stability selection » [MEINSHAUSEN et BÜHLMANN,

2010] consiste à apprendre m modèles en faisant un tirage avec remise des patients (« boots-

trap »), et de ne retenir que les gènes qui ont été sélectionné dans plus de x% des cas. Les

paramètres m et x sont fixés par l’utilisateur suivant les objectifs de l’étude à mener. Cette

méthode est ainsi intéressante à considérer pour obtenir plus de stabilité dans la sélec-

tion.
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FIGURE 2.14 – Stabilité des gènes sélectionnés.
Pourcentage de gènes sélectionnés en commun dans deux sous-jeux de données

comportant chacun 50% des patients (50 répétitions). Les boxplots sont les résultats
obtenus avec λmin, et les croix rouges sont les médianes des résultats obtenus avec λ1se.
Les 10 cancers qui ont le plus grand C-index médian calculé avec la pénalisation ridge
sont présentés. Les résultats obtenus pour les 16 autres cancers étudiés sont placés en

annexe (Fig. Annexe A.9).

2.6.2 Impact des paramètres de simulations sur les performances de

sélection

Dans cette sous-partie et dans la suite de cette partie, nous travaillerons sur des don-

nées simulées afin d’étudier la capacité des méthodes à recouvrir un sous-ensemble de

gènes. Dans cette optique, nous excluons le cas N = 1 000 des scénarios de simulations, où

l’ensemble des gènes du jeu de données constituent la vérité terrain. Ainsi, les paramètres

que nous utilisons pour les simulations sont σ = 0,1;0,25;0,5;1 et N = 10;25;50;100.

Ainsi, la sensibilité est une fonction croissante de σ et décroissante de N, et le FDP est

une fonction décroissante deσ et de N. La meilleure sensibilité et la plus faible proportion

de fausse découverte (FDP) sont atteintes lorsque l’écart-type des coefficients β j non nuls

est grand (i.e. σ = 1), et lorsque la taille de la vérité terrain est petite pour la sensibilité (i.e.

N = 10), et grande pour le FDP (i.e. N = 100) (Fig. 2.15). Cela peut s’expliquer par le fait que

le nombre de gènes sélectionné augmente moins vite que le nombre de gènes présents

dans la vérité terrain.
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FIGURE 2.15 – Sensibilités (A, C) et taux de fausses découvertes (FDP) (B, D) obtenus avec λmi n

(A, B) et λ1se (C, D) pour LGG et la pénalisation elastic net - données simulées.
La sensibilité et la proportion de fausses découvertes (FDP) sont calculées par 10
répétitions d’une validation croisée (K=5) pour chaque paramètre de simulation

(σ = 0,1;0,25;0,5;1 et N = 10;25;50;100). Le nombre médian de gènes sélectionnés est
indiqué en blanc pour chaque cas.

2.6.3 Influence du poids accordé à la pénalisation

Nous avons décrit comment choisir le poids λ à assigner à la pénalisation dans la par-

tie 1.8.3. La valeur de λ1se est plus grande que celle de λmi n , donc le poids accordé à la

pénalisation est plus important, et donc moins de gènes sont sélectionnés. Dans les simu-

lations, nous observons que la sensibilité médiane et le FDP médian obtenus avec λmi n

sont significativement supérieurs à ceux obtenus avec λ1se pour elastic net (p-valeur <
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0.01, test des rangs signés de Wilcoxon avec correction de Benjamini-Hochberg) (Fig. 2.16

A et B). Le nombre plus important de gènes retenus par λmi n permet de mieux recouvrir

la vérité terrain (sensibilité plus élevé), mais accroît le taux de faux positifs. Les mêmes

conclusions sont obtenues pour les pénalisations lasso et adaptive elastic net.

En revanche, le ratio sensibilité sur FDP est significativement plus avantageux pour

λmi n avec la pénalisation elastic net (p-valeur < 0.001, test des rangs signés de Wilcoxon

avec correction de Benjamini-Hochberg) (Fig. 2.16.C). Ainsi, le taux de faux positifs aug-

mente moins vite que la sensibilité entre λ1se et λmi n lorsque plus de gènes sont sélec-

tionnés, et les mêmes conclusions sont obtenues pour les pénalisations lasso et adaptive

elastic net. Formulé autrement, la baisse du FDP induite par le choix de λ1se est contre-

balancée par une baisse plus importante de la sensibilité.

De plus, dans la partie 2.2.1, nous avons montré que les performances de prédiction

sont meilleures avec λmi n qu’avec λ1se . Ainsi, dans la suite du manuscrit, nous utiliserons

systématiquement λmi n comme poids assigné à la pénalisation.
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FIGURE 2.16 – Sensibilité (A), FDP (B), et ratio sensibilité sur FDP (C) pour les 26 cancers de
TCGA étudiés obtenus avec la pénalité elastic net - données simulées.

Pour chaque cancer, la sensibilité et la proportion de fausses découvertes (FDP) sont
calculées par 10 répétitions d’une validation croisée (K=5) pour chaque paramètre de

simulation (σ = 0,1;0,25;0,5;1 et N = 10;25;50;100), et la médiane est calculée. La droite
d’équation y = x est tracée en pointillée.

FDP : taux de fausses découvertes (False Discovery Proportion).

2.6.4 Comparaison des méthodes de pénalisation

Les performances de sélection des pénalisations elastic net et adaptive elastic net sont

comparables à la fois en terme de sensibilité et de taux de fausses découvertes (Fig. 2.17

B et E). En revanche, la pénalisation lasso obtient une sensibilité plus faible que les deux

autres méthodes (Fig. 2.17 A et C), mais un taux de fausse découvertes plus faible (Fig.

2.17 D et F). Comme nous l’avons vu dans la partie 2.2.4, la pénalisation lasso sélectionne

moins de gènes, et cela peut expliquer les différences que nous observons ici.

Ensuite, les performances de sélection obtenues sont mauvaises pour les trois pénali-

sation lasso, elastic net et adaptive elastic net (Fig. 2.17). Pour elastic net, les plus grandes
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FIGURE 2.17 – Comparaison des sensibilités (A, B, C) et des FDP (D, E, F) médians obtenus avec
les pénalisations lasso, elastic net et adaptive elastic net pour les 26 cancers de TCGA étudiés -
données simulées.

Pour chaque cancer, la sensibilité et la proportion de fausses découvertes (FDP) sont
obtenues par 10 répétitions d’une validation croisée (K=5) pour chaque paramètre de

simulation (σ = 0,1;0,25;0,5;1 et N = 10;25;50;100), et la médiane est calculée. La droite
d’équation y = x est tracée en pointillée.

EN : elastic net ; AEN : adaptive elastic net.

sensibilités médianes sont atteintes pour BRCA et LUSC (0,4), mais pour ces deux jeux de

données, les taux de fausses découvertes sont de 0,85 et 0,83 respectivement (Fig. 2.18).

Le taux médian de fausses découvertes le plus bas est observé pour OV, mais il demeure

très élevé (0,81).

Enfin, notons que les performances de sélection obtenues sur les données simulées

diffèrent suivant les cancers (Fig. 2.17 et Fig. 2.18). Cela peut s’expliquer par les différents

paramètres utilisés pour simuler les temps de survie (i.e. taux de censure, paramètres de

la loi de Weibull, partie 2.4.1), par des structures de corrélations diverses des jeux de don-

nées d’expression génétique, ou par les différentes tailles d’échantillons suivant les can-

cers. De plus, remarquons qu’il existe une corrélation négative entre la sensibilité et le

FDP (corrélation de -0,83, p-valeur < 0.001 - test de corrélation de Spearman, Fig. 2.18) :

plus la sensibilité est élevé, plus le FDP est faible.

Dans la partie suivante, nous allons étudier l’influence du nombre de patients sur les

performances de sélection.
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FIGURE 2.18 – Sensibilité en fonction du taux de fausses découvertes sur les 26 cancers de TCGA
étudiés et la pénalisation elastic net - données simulées.

Pour chaque cancer, la sensibilité et la proportion de fausses découvertes (FDP) sont
obtenus par 10 répétitions d’une validation croisée (K=5) pour chaque paramètre de

simulation (σ = 0,1;0,25;0,5;1 et N = 10;25;50;100), et la médiane est calculée. La
corrélation et le niveau de significativité d’un test de corrélation de Pearson est indiqué

en haut du graphique (*** : p-valeur < 0,001).

2.6.5 Influence du nombre de patients

La sensibilité, la proportion de fausses découvertes et le nombre de gènes sélectionnés

sont corrélés au nombre de patients dans le jeu de données. Ces trois corrélations sont si-

gnificatives au niveau 0,01, et sont de 0,88, -0,58 et 0,92 respectivement. Plus le nombre de

patients augmentent, plus la sensibilité et le nombre de gènes sélectionnés augmentent,

et plus la proportion de fausses découvertes diminue. Ainsi, comme attendu, plus le nombre

de patients est élevé, meilleures sont les performances de sélection.

La taille des cohortes de patients est limitée par des contraintes cliniques et pratiques,

mais aussi par le coût du séquençage [MORTAZAVI et collab., 2008; SIMS et collab., 2014].

Une manière de remédier à cette dernière limitation est de diminuer la profondeur de sé-

quençage pour réduire les coûts et augmenter la taille des cohortes (MILANEZ-ALMEIDA

et collab. [2020], partie 1.3). L’étude de l’impact de la profondeur de séquençage des don-

nées miRNA-seq sur les capacités de prédiction fera l’objet du chapitre 4.
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FIGURE 2.19 – Sensibilité (A), FDP (B), et nombre de gènes sélectionnés (C) en fonction du
nombre de patients dans le jeu d’apprentissage sur les 26 cancers de TCGA étudiés et la pénali-
sation elastic net - données simulées.

Pour chaque cancer, la sensibilité et la proportion de fausses découvertes (FDP) sont
obtenus par 10 répétitions d’une validation croisée (K=5) pour chaque paramètre de

simulation (σ = 0,1;0,25;0,5;1 et N = 10;25;50;100), et la médiane est calculée. La
corrélation et le niveau de significativité d’un test de corrélation de Pearson sont
indiqués en haut de chaque graphique (** : p-valeur < 0,01 ; *** : p-valeur < 0,001).

2.7 Influence des performances de sélection sur la prédic-

tion

Dans la partie précédente, nous avons vu que les performances de sélection sont dé-

cevantes pour les pénalisations lasso, elastic net et adaptive elastic net, à la fois en terme

de stabilité des gènes sélectionnés, de sensibilité et de taux de fausses découvertes. En

revanche, EIN-DOR et collab. [2005] ont montré que différents sous-ensembles de 70 co-

variables ne contenant aucun gène en commun prédisent de manière équivalente le sta-

tut des œstrogènes (positif ou négatif) dans le cancer du sein. Pour cela, les auteurs ont

construit des scores de risque grâce à une régression logistique en utilisant successive-

ment des groupes de 70 gènes classés par ordre croissant de leur p-valeur issue d’une ré-

gression logistique univariée. Des signatures qui ne partagent aucun gène peuvent donc

aboutir à des performances de prédiction similaires dans cet exemple. Les mauvaises ca-

pacités de sélection n’impliquent donc pas nécessairement que les prédictions seront

mauvaises.

Dans le cadre de notre étude, nous calculons les C-index obtenus d’une part avec l’en-

semble des 1 000 gènes qui ont les plus faibles p-valeurs dans le modèle de Cox univarié

(ensemble des prédicteurs), et d’autre part uniquement avec les N gènes qui composent

la vérité terrain. Ainsi, dans le second cas, seuls les gènes effectivement corrélés à la sur-

vie (i.e. gènes avec des coefficients β j non nuls dans les simulations) sont utilisés comme

prédicteurs. La proportion de faux positifs est donc nulle, et un sous-ensemble de la vé-

rité terrain est sélectionné par les méthodes lasso, elastic net et adaptive elastic net. Ce

cas favorable peut être considéré comme un Oracle moins puissant que celui que nous
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avons défini à la partie 2.4.3. Pour éviter toute confusion, nous parlerons ici de « prédic-

tions obtenues si la vérité terrain était connue ». Comme dans la partie précédente, nous

excluons le cas N = 1 000 des scénarios de simulations. Ainsi, les paramètres que nous

utilisons pour les simulations sont σ = 0,1;0,25;0,5;1 et N = 10;25;50;100.

Pour tous les cancers et toutes les méthodes, le C-index médian serait significative-

ment augmenté si la vérité terrain était connue par avance (p-valeur < 0.001, test des

rangs signés de Wilcoxon unilatéral avec correction de Benjamini-Hochberg, Tab. 2.5a).

Par exemple, pour elastic net et LGG, connaître la vérité terrain permet d’augmenter le

C-index médian de 0,033 (Tab. 2.5a et Fig. 2.20.B). En moyenne suivant les 26 cancers étu-

diés et toujours pour elastic net, le taux important de fausses découvertes et la grande

dimension engendre une diminution du C-index médian de 0,048.

En revanche, même dans le cas où la vérité terrain est connue par avance (i.e. propor-

tion nulle de fausses découvertes), les performances oracles ne sont pas atteintes (Tab.

2.5b et Fig. 2.20.C). Les écarts entre les C-index oracles et estimés si la vérité terrain était

connue sont significatifs pour tous les cancers et toutes les méthodes de pénalisation (p-

valeur < 0.001, test des rangs signés de Wilcoxon unilatéral avec correction de Benjamini-

Hochberg, Tab. 2.5b). Par exemple, pour elastic net et LGG, l’écart médian entre les C-

index oracles et les C-index calculés avec uniquement les gènes de la vérité terrain est

de 0.013 (Tab. 2.5b et Fig. 2.20.C). En moyenne pour l’ensemble des cancers, cette diffé-

rence est de 0,031. Ces différences s’expliquent par une mauvaise estimation des indices

pronostiques et donc des coefficients β j dans le modèle de Cox.

Pour résumer, l’écart entre les prédictions obtenues avec le modèle de Cox pénalisé

et les prédictions oracles que nous avons observé à la partie 2.5.3 s’explique à la fois par

une proportion de faux positifs élevé, la grande dimension, et une mauvaise estimation

du vecteur de coefficients β dans le modèle de Cox pénalisé.

Des résultats similaires sont obtenus en prenant la p-valeur du modèle de Cox et l’IBS

comme métriques d’évaluation des prédictions (Fig. Annexe A.3 et A.4). Ainsi, diminuer

le taux de fausses découvertes aiderait à augmenter significativement les performances

de prédiction du modèle de Cox pénalisé.

81



CHAPITRE 2. COMPARAISON ET ÉVALUATION DES MÉTHODES DE PÉNALISATION
DU MODÈLE DE COX AVEC LES DONNÉES MRNA-SEQ

6 9 10 10

9 20 24 25

21 36 45 49

27 60 80 94

10

25

50

100

0.1 0.25 0.5 1
σ

N

0.6

0.7

0.8

0.9Ĉ.vt
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FIGURE 2.20 – C-index médians obtenus si la vérité terrain était connue (A), et différences mé-
dianes avec les C-index obtenus avec l’ensemble des gènes (B), et avec les C-index oracles (C)
pour elastic net et LGG - données simulées.
Les C-index sont obtenus par 10 répétitions d’une validation croisée (K=5) pour chaque

paramètre de simulation (σ = 0,1;0,25;0,5;1 et N = 10;25;50;100), et la médiane est
calculée. Le jeu de données contient uniquement les 1 000 gènes qui ont les plus petites

p-valeurs du modèle de Cox univarié.
Ĉ.vt : C-index estimé par le modèle de Cox pénalisé avec uniquement les N gènes de la
vérité terrain; Ĉ : C-index estimé par le modèle de Cox pénalisé avec les 1 000 gènes qui

ont les plus petites p-valeurs du modèle de Cox univarié ; Ĉ.ora : C-index calculé avec les
indices pronostiques oracles utilisés pour les simulations. Le nombre médian de gènes

sélectionnés par la pénalisation elastic net sur l’ensemble des N gènes de la vérité terrain
est indiqué en blanc pour chaque paramètre de simulation dans le graphique A.
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Cancer ridge lasso EN AEN
ACC 0,024 0,026 0,038 0,036
BLCA 0,074 0,041 0,05 0,043
BRCA 0,076 0,026 0,034 0,032
CESC 0,074 0,056 0,064 0,057
COAD 0,08 0,047 0,054 0,047
ESCA 0,091 0,065 0,078 0,067
GBM 0,065 0,053 0,064 0,053
HNSC 0,075 0,032 0,043 0,036
KIRC 0,052 0,026 0,033 0,03
KIRP 0,055 0,048 0,052 0,046
LAML 0,044 0,047 0,054 0,045
LGG 0,05 0,028 0,033 0,03
LIHC 0,064 0,041 0,046 0,042
LUAD 0,072 0,035 0,043 0,039
LUSC 0,085 0,038 0,047 0,04
MESO 0,046 0,042 0,05 0,046
OV 0,1 0,051 0,065 0,052
PAAD 0,056 0,039 0,05 0,045
PRAD 0,06 0,035 0,042 0,039
READ 0,075 0,057 0,068 0,064
STAD 0,07 0,039 0,046 0,042
TGCT 0,039 0,037 0,046 0,036
THCA 0,062 0,031 0,041 0,035
THYM 0,031 0,027 0,033 0,032
UCEC 0,079 0,039 0,048 0,045
UVM 0 0,029 0,034 0,03

(a) Différences médianes entre les C-index esti-
més avec les gènes de la vérité terrain et les C-
index estimés avec l’ensemble des 1 000 gènes.

Cancer ridge lasso EN AEN
ACC 0,062 0,081 0,063 0,066
BLCA 0,019 0,021 0,018 0,021
BRCA 0,01 0,0099 0,0085 0,01
CESC 0,03 0,039 0,032 0,038
COAD 0,02 0,024 0,02 0,023
ESCA 0,045 0,059 0,048 0,05
GBM 0,034 0,038 0,035 0,038
HNSC 0,015 0,015 0,013 0,015
KIRC 0,017 0,017 0,016 0,016
KIRP 0,037 0,05 0,042 0,045
LAML 0,038 0,047 0,039 0,045
LGG 0,014 0,014 0,013 0,014
LIHC 0,02 0,023 0,021 0,022
LUAD 0,017 0,017 0,015 0,018
LUSC 0,014 0,015 0,014 0,016
MESO 0,058 0,065 0,056 0,063
OV 0,019 0,026 0,022 0,025
PAAD 0,033 0,042 0,036 0,038
PRAD 0,018 0,018 0,016 0,018
READ 0,052 0,067 0,057 0,059
STAD 0,016 0,019 0,016 0,018
TGCT 0,055 0,068 0,058 0,064
THCA 0,017 0,016 0,014 0,017
THYM 0,059 0,064 0,059 0,065
UCEC 0,015 0,016 0,014 0,016
UVM 0,059 0,067 0,059 0,064

(b) Différences médianes entre les C-index
oracles et les C-index estimés avec les gènes de
la vérité terrain.

TABLEAU 2.5 – Comparaison des C-index oracles, estimés, et estimés avec uniquement les gènes
de la vérité terrain pour les 26 cancers de TCGA - données simulées.
Les 1 000 gènes utilisés sont ceux qui ont les plus faibles p-valeurs du modèle de Cox univarié
dans les données réelles de TCGA. Nous calculons les médianes sur l’ensemble des simulations
(σ = 0,1;0,25;0,5;1 et N = 10;25;50;100;1 000).
EN : elastic net ; AEN : adaptive elastic net.
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2.8 Conclusions

Tout d’abord, nous avons montré que les prédictions obtenues avecλmi n sont meilleures

que celles obtenues avec λ1se , et que les résultats sont très variables suivant les cancers.

Ensuite, les différentes méthodes obtiennent globalement des résultats de performances

comparables, avec de petites différences selon les cancers. En moyenne, la pénalisation

ridge permet d’obtenir de meilleures prédictions. De plus, parmi les méthodes qui per-

mettent de sélectionner un sous-ensemble de gènes, la pénalisation elastic net obtient en

moyenne les meilleures performances. Cependant, les résultats obtenus dépendent for-

tement du jeu de données étudiés et ne peuvent être généralisés à l’ensemble des cancers.

De plus, nous avons démontré l’apport des données mRNA-seq par rapport aux données

cliniques classiques pour la prédiction pour 14 des 26 cancers étudiés.

Nous nous sommes ensuite intéressés aux performances de sélection des pénalisa-

tions lasso, elastic net, et adaptive elastic net. Nous avons tout d’abord montré que l’en-

semble des gènes sélectionnés est très instable et dépend fortement des patients qui com-

posent le jeu de données. Ensuite, nous avons mis en place une procédure de simulation

avec des paramètres aussi proches des jeux de données étudiés que possible. Cette dé-

marche nous permet d’évaluer les pénalisations du modèle de Cox dans des conditions

favorables (i.e. simulations avec un modèle à risque proportionnel), à la fois en terme de

sélection et de prédiction.

Ainsi, nous avons tout d’abord montré que les performances « oracles » de prédiction

que l’on peut attendre du modèle de Cox (i.e. prédictions obtenues si le vecteur β de co-

efficients utilisés pour les simulations était connu) ne sont pas atteintes. Par exemple,

l’écart médian que nous avons observé entre les C-index oracles et estimés est de 0.088

pour elastic net et en moyenne pour l’ensemble des 26 cancers étudiés. Ensuite, notre

processus de simulation démontre que les performances de sélection sont mauvaises

pour les trois pénalisations (i.e. lasso, elastic net et adaptive elastic net). Pour l’ensemble

des cancers et des méthodes, la sensibilité ne dépasse pas 0,40, et la proportion de fausses

découvertes est toujours supérieur à 0,70. Ces performances limitées sont dues à la com-

plexité de la tâche : grand nombre de prédicteurs (la quantité normalisée des transcrits)

par rapport au nombre de patients, et la structure de corrélation de ces transcrits qui dé-

pend de chaque cancer. Cela donne une borne supérieure des performances que nous

pouvons attendre sur données réelles avec le modèle de Cox qui suppose les risques pro-

portionnels.

Finalement, afin d’étudier l’impact de ces mauvaises performances de sélection sur la

prédiction, nous avons comparé les prédictions obtenues si la vérité terrain était connue

par avance, et celles obtenues avec l’ensemble des gènes. Nous avons ainsi pu montrer

que le taux élevé de faux positifs a un impact négatif important sur la qualité des pré-

dictions. En revanche, même dans le cas où la vérité terrain est connue, les prédictions

oracles ne sont pas atteintes. Ainsi, l’écart entre les prédictions oracles et estimées est dû
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à la fois au taux important de faux positifs, à la grande dimension, et à des biais dans

l’estimation des coefficients β j et des indices pronostiques.

Le pré-filtrage des gènes permet de retenir de manière univarié qu’un sous-ensemble

de gènes qui serviront ensuite de prédicteurs dans le modèle de Cox multivarié. Cette mé-

thodologie permet de réduire simplement la dimension et à montrer des résultats pro-

metteurs en pratique [BØVELSTAD et collab., 2007; MILLER et collab., 2002]. Ainsi, dans

le chapitre suivant, nous nous intéresserons à l’impact de méthodes de pré-filtrage, per-

mettant de diminuer la dimension, sur les performances de prédiction du modèle de Cox

pénalisé.
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CHAPITRE 3. PRÉ-FILTRAGE UNIVARIÉ DES DONNÉES D’EXPRESSION GÉNÉTIQUES
ET PRÉDICTION AVEC LE MODÈLE DE COX MULTIVARIÉ

3.1 Pré-filtrage univarié des données d’expression génétique

3.1.1 Intérêt du pré-filtrage

Comme nous l’avons souligné en introduction (partie 1.8.2), une première étape de

pré-filtrage univarié des gènes peut permettre d’obtenir de meilleures prédictions avec le

modèle de Cox pénalisé BENNER et collab. [2010]. Cette stratégie permet de faire face à

la « malédiction de la grande dimension » en réduisant de manière simple et intuitive le

nombre p de prédicteurs (partie 1.8.1). Elle consiste à assigner un score à chaque gène,

et à garder uniquement les gènes dont les scores sont supérieurs (ou inférieurs) à un cer-

tain seuil. Dans ce chapitre, nous allons explorer deux méthodes de pré-filtrage univarié

basées sur des scores distincts :

— la p-valeur d’un test d’association entre le niveau d’expression du gène et la survie.

— la variabilité du gène entre les patients.

Pour commencer, filtrer les gènes dont l’association avec la survie est faible permet de

réduire facilement la dimension en n’incluant dans le modèle multivarié que les gènes qui

sont corrélés à la survie et qui ont donc a priori un intérêt pour la prédiction BØVELSTAD

et collab. [2007].

Ensuite, les gènes peu variables parmi les patients sont plus sujets aux problèmes

techniques liés au séquençage et à un mauvais rapport signal-à-bruit. En effet, de faibles

variations montrent que le signal potentiellement utile pour séparer les patients, ou pré-

dire la survie, est probablement noyé dans le bruit de mesure. De plus, les gènes peu va-

riables sont moins susceptibles de séparer correctement les patients en terme de risque

[MILLER et collab., 2002].

Ainsi, le pré-filtrage bidimensionnel permet de garantir que les gènes utilisés dans le

modèle de Cox sont pertinents pour prédire la survie, et suffisamment variables parmi les

patients pour minimiser l’influence du bruit de mesure. Cette réduction de la dimension

de manière univariée permet d’atténuer les problèmes de sur-apprentissage liés à la « ma-

lédiction de la grande dimension » (partie 1.8.1). Nous avons vu que les gènes sélectionnés

par le modèle de Cox pénalisé sont très instables pour lasso, elastic net et adaptive elas-

tic net. Ainsi, réduire la dimension dans une première étape de pré-filtrage univarié peut

permettre d’obtenir une plus grande stabilité des gènes qui composent le score de risque,

et éviter des confusions dans l’interprétation lié à cette instabilité [BOULESTEIX et collab.,

2020; DOMANY, 2014].

Cependant, ces deux méthodes de pré-filtrage ne prennent pas en compte la struc-

ture de corrélation entre les données, et BØVELSTAD et collab. [2007] ont montré que les

prédictions obtenues avec un ensemble de gènes sélectionnés par le modèle de Cox uni-

varié sont moins bonnes que celles obtenues directement avec le modèle de Cox pénalisé

(multivarié). Ainsi, le choix des seuils de pré-filtrage apparaît essentiel pour optimiser les

prédictions.
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3.1.2 Pré-filtrage supervisé

La première méthode repose sur le modèle de Cox univarié. Elle consiste à assigner

une p-valeur à chaque gène afin de tester l’association entre le niveau d’expression du

gène et la survie dans le jeu de données d’apprentissage. Ce pré-filtrage est dit « super-

visé » car les données de survie sont utilisées en plus des données génétiques. L’hypo-

thèse nulle du test pour le gène j est « H j
0 : β j = 0 », où β j est le coefficient du modèle de

Cox univarié : h(t ;X j ) = h0(t )exp(β j X j ). La p-valeur est calculée grâce à un test du rapport

de vraisemblance (partie 1.7.4). RAMAN et collab. [2019] ont montré que le modèle de Cox

univarié est le plus performant parmi un ensemble de huit méthodes classiques pour sé-

lectionner des gènes associés à la survie. Cette méthode est la fois utilisée pour étudier

l’association d’un gène avec la survie [DAI et collab., 2017; SHAO et collab., 2019], ou pour

pré-filtrer de manière univarié l’ensemble des prédicteurs avant d’utiliser un modèle mul-

tivarié [JIANG et collab., 2016; ZHAO et collab., 2015]. Dans notre étude, les p-valeurs sont

corrigées par le méthode de Benjamini-Hochberg (partie 1.5.3, BENJAMINI et HOCHBERG

[1995]), et seuls les gènes qui ont une p-valeur corrigée inférieure à un certain seuil sont

retenus dans le modèle de Cox pénalisé.

Pour éviter toute confusion, notons ici que le modèle de Cox univarié a déjà été pré-

senté au paragraphe 1.7.4, mais dans l’optique d’évaluer les capacités de prédiction d’un

modèle en étudiant l’association entre les indices pronostiques du jeu données test et les

temps de survie. L’utilisation du modèle de Cox univarié est tout autre dans le contexte

du pré-filtrage : il est calculé pour chaque gène à partir des données du jeu d’apprentis-

sage, et permet d’éliminer des gènes dont l’association univariée avec la survie n’est pas

significative.

3.1.3 Pré-filtrage non-supervisé

La deuxième méthode consiste à filtrer les gènes dont le niveau d’expression n’est pas

assez variable, ou dispersé, parmi les patients. Elle repose sur l’Écart Interquartile (EI) du

niveau d’expression des gènes à travers les patients du jeu de données d’apprentissage.

Seuls les gènes qui ont un EI supérieur à un certain seuil sont retenus dans le modèle de

Cox pénalisé. Les données de survie ne sont pas utilisées pour le filtrage et la méthode est

ainsi qualifiée de « non-supervisée ».

Cette méthode est classiquement utilisée sur les données de puces à ADN (partie 1.3.1)

[FA et collab., 2019; LIAO et collab., 2011; MICHIELS et collab., 2005]. En effet, les gènes peu

variables suivant les patients sont plus sujets aux bruits de mesure et sont moins suscep-

tibles de distinguer les patients en terme de risque [MILLER et collab., 2002]). En outre

l’EI a l’avantage d’être une mesure de dispersion plus robuste aux éventuelles données

incorrectes ou aberrantes que d’autres statistiques descriptives classiques telles que la

variance, ou l’écart-type, empirique.

Les données d’expression génétique TCGA que nous utilisons ont été générées par la
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technique RNA-seq qui est basée sur une stratégie différente des puces à ADN (partie 1.3).

Ces données d’expression sont issues d’un processus de comptage qui induit une relation

entre la médiane et l’EI comme illustré sur la Figure 3.1.A. L’EI a alors tendance à aug-

menter avec le niveau médian d’expression des gènes. Cette caractéristique est typique

du modèle de Poisson, dans lequel l’espérance est égale à la variance. Ainsi, ceci favorise

les gènes en moyenne les plus exprimés dans notre méthode de filtrage, même si la va-

riance inter-patients n’est pas significative. Nous observons aussi ce biais sur les données

CPM (Fig. 3.1.B).

Ensuite, l’application du logarithme en base 2 permet de remédier au problème de

l’asymétrie de la distribution des données [ZWIENER et collab., 2014], mais assigne un

EI plus important aux gènes peu exprimés qu’aux gènes fortement exprimés (Fig. 3.1.C).

Le biais décrit au paragraphe précédent est donc toujours observé, mais dans un sens

opposé.
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FIGURE 3.1 – Relation entre l’écart interquartile et la médiane dans les données de comptage
RNA-seq (A), CPM (B), log2-CPM (C), et VST (D) pour LGG.

La courbe bleue est l’estimation loess calculée sur l’ensemble des points.

Finalement, pour remédier à ces biais, nous utilisons un algorithme de stabilisation de

la variance [ANDERS et HUBER, 2010]. Le principe de cette méthode est d’appliquer une

fonction g à chaque données CPM. Le prinicipe est le suivant. En notant X une variable

aléatoire dont l’espérance et la variance sont liés par une fonction h tel que E(X) = µ et

Var (X) = k(µ), un développement de Taylor au premier ordre permet d’obtenir la relation :
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Y = g (X)

= g (µ)+ g ′(µ)(X−µ)

Cette nouvelle variable aléatoire Y a une variance de Var (Y) = Var (X)g ′(µ)2 = k(µ)g ′(µ)2.

En imposant que cette variance soit constante, on obtient :

g ′(µ) =
a√
k(µ)

,

avec a un réel constant. La transformation que nous appliquons aux données CPM est

alors :

g (x) =
∫ x

0

1√
k(µ)

dµ,

La fonction k est définie comme une fonction polynomiale du second degré qui re-

lie la variance à l’espérance, et les paramètres sont estimés à partir des espérances et des

variances de chaque gène. Les résultats obtenus pour LGG sont montrés dans le Figure

3.1.D. Cette méthode est implémentée dans la fonction vst (« Variance Stabilizing Trans-

formation ») du package DESeq2 [LOVE et collab., 2014].

Ainsi, pour chaque gène, nous faisons un pré-filtrage supervisé sur l’EI calculé sur

les données Variance Stabilizing Transformation (VST) de l’ensemble des patients du jeu

d’apprentissage.

3.1.4 Objectif du chapitre

Finalement, les scores suivants sont calculés sur l’ensemble des patients du jeu de

données d’apprentissage et sont assignés à chaque gène pour effectuer un pré-filtrage

univarié :

— les p-valeurs du modèle de Cox univarié avec correction de Benjamini-Hochberg.

— les écarts interquartiles (EI) de chaque gène après stabilisation de la variance.

Ces deux types de pré-filtrages sont souvent utilisés en pratique mais sans justification

du seuil choisi, à la fois pour le pré-filtrage supervisé [JIANG et collab., 2016; ZHAO et col-

lab., 2015] et non supervisé [FA et collab., 2019; LIAO et collab., 2011; MICHIELS et collab.,

2005].

Ainsi, les objectifs de ce chapitre sont :

1. de proposer une méthode pour estimer les seuils optimaux à la fois pour le pré-

filtrage supervisé et non-supervisé avant d’utiliser le modèle de Cox pénalisé.

2. d’étudier l’impact du pré-filtrage bidimensionnel (i.e. supervisé et non supervisé)

sur la prédiction.
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3. de comparer les pénalisations du modèle de Cox (i.e. ridge, lasso, elastic net, adap-

tive elastic net) après une première étape de pré-filtrage bidimensionnel.

4. de comparer différentes méthodes de pré-filtrage classiques.

Pour éviter le sur-apprentissage, il est important de noter que nous calculons ces scores

avec les patients du jeu de données d’apprentissage [BOULESTEIX et collab., 2020].

3.1.5 Choix des cancers étudiés

Parmi les 26 cancers retenus en introduction (partie 1.5.2), nous avons choisi de ne

retenir que les cancers pour lesquels les données transcriptomiques d’ARNm permettent

de prédire correctement la survie dans le modèle de Cox avec pénalisation ridge. En ef-

fet, ce sont pour ces cancers que les données du niveau d’expression des ARNm ont le

plus d’applications et de valorisations potentielles. Dans ce sens, nous considérons qu’un

jeu de données a un pouvoir prédictif si le C-index médian est significativement supé-

rieur à 0,6. Ainsi, nous avons calculé 50 C-index par 10 répétitions d’une validation croi-

sée (K=5) pour chaque cancer avec les données mRNA-seq et un modèle de Cox pénalisé

(ridge) (Fig. 1.6). Un test de Wilcoxon unilatéral nous permet alors de déterminer si sur

la médiane m des C-index obtenus est significativement supérieure à 0,6. Ce test a pour

hypothèse nulle H0 : m < 0,6, et pour hypothèse alternative H1 : m > 0.6. La méthode

de Benjamini-Hochberg (partie 1.5.3, BENJAMINI et HOCHBERG [1995]) nous permet de

corriger les p-valeurs obtenues pour les 26 cancers.

Suite à ces tests et au niveau 5%, nous avons sélectionné 16 cancers parmi les 26 (ACC,

BLCA, BRCA, CESC, HNSC, KIRC, KIRP, LAML, LGG, LIHC, LUAD, MESO, PAAD, PRAD,

UCEC, UVM). De plus, pour les 10 autres cancers, nous avons observé un nombre impor-

tants d’erreurs dans l’apprentissage du modèle de Cox pénalisé (partie 2.2.4). Enlever ces

10 cancers permet ainsi de nous prévaloir d’erreurs potentielles dans la détermination

des seuils optimaux de pré-filtrage.

3.2 Impact du pré-filtrage sur les capacités de prédiction

du modèle de Cox pénalisé

3.2.1 Choix des seuils pour les deux méthodes de pré-filtrage

Les différents seuils testés sont

pseuil = 0,01; 0,05; 0,1 ; 0,2; 0,5 ; 1

pour la p-valeur du modèle de Cox univarié, et

EIseuil = 0 ; 0,5 ; 1 ; 1,5 ; 2 ; 2,5
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pour l’EI. Les seuils indiqués en gras ne filtrent aucun gène (équivalent à aucun seuil).

Ainsi, les gènes qui définissent l’ensemble des prédicteurs utilisés dans le modèle de Cox

multivarié sont ceux qui ont à la fois une p-valeur du modèle de Cox inférieure à pseuil, et

un EI supérieur à EIseuil.

Remarquons que les p-valeurs sont sensibles au nombre de patients. Ainsi, les seuils

choisis pour la validation croisée ont une influence sur le nombre de gènes pré-filtrés de

manière supervisée : pour deux jeux de données équivalents mais de tailles différentes,

les p-valeurs du jeu de données qui a le nombre de patients le plus élevé auront tendance

à être plus faible. Le choix des seuils peut donc être adapté en fonction de la dimension

du jeu de données utilisé.

Ensuite, pour chaque seuil défini ci-dessus, nous retenons uniquement les gènes non-

filtrés sur le jeu de données d’apprentissage, nous apprenons un modèle de Cox pénalisé

sur le jeu d’apprentissage, et nous calculons les trois métriques d’évaluation des capacités

de prédiction (i.e. C-index, p-valeur du modèle de Cox univarié, IBS) sur le jeu de données

test. Nous répétons ce procédé 50 fois par 10 répétitions d’une validation croisée en K = 5

groupes (Fig. 1.6). Les seuils optimaux sont ceux qui maximisent (resp. minimisent) le

C-index (resp. la p-valeur du modèle de Cox univarié, l’IBS) (Fig. 3.2).

Tout d’abord, les seuils estimés sont très différents suivant les cancers. Par exemple,

pour la pénalisation elastic net et le C-index comme mesure de la qualité de prédiction,

les seuils optimaux pour KIRP sont de 0,01 pour la p-valeur du modèle de Cox univarié et

de 0 pour l’EI, alors qu’ils sont respectivement de 1 et de 2,5 pour PAAD (Fig. 3.3). Cette di-

versité se retrouve pour les deux autres métriques (i.e. p-valeur du modèle de Cox univarié

et IBS, Fig. Annexe A.11) et les autres pénalisations (données non montrées).

Ensuite, le seuil optimal de l’EI calculé avec le C-index et la p-valeur du modèle de Cox

univarié sont corrélés entre les cancers pour les pénalisations lasso, elastic net et adaptive

elastic net (corrélation > 0,5 et p-valeur < 0,05, test de corrélation de Spearman, données

non montrées). Ainsi, ces deux métriques se comportent de manière comparables pour

choisir le seuil sur l’EI en optimisant les prédictions. En revanche, ces corrélations ne

sont pas observées pour l’IBS (i.e. les seuils optimaux de l’EI choisis avec l’IBS ne sont pas

corrélés à ceux choisis avec le C-index ou la p-valeur du modèle de Cox univarié). Cela

s’explique par la moindre sensibilité de l’IBS observée au chapitre 2 (partie 2.2.3).

Ensuite, ces corrélations ne sont pas observées avec le seuil optimal de la p-valeur

du modèle de Cox. En effet, le pré-filtrage semble plus efficace avec l’EI plutôt qu’avec la

p-valeur du modèle de Cox univarié (stratification horizontale sur la Figure 3.2). Ainsi, le

seuil optimal du filtrage sur la p-valeur du modèle de Cox univarié dépend fortement de

la métrique d’évaluation choisie. De plus, pour tous les cancers sauf pour PAAD, un pré-

filtrage sur l’EI est effectué dans le cas optimal, alors qu’aucun pré-filtrage n’est fait sur

la p-valeur du modèle de Cox univarié pour 6 cancers (PAAD, LUAD, ACC, LIHC, MESO,

PRAD).

De la même manière, le choix des seuils sur l’EI sont similaires pour les pénalisations
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FIGURE 3.2 – C-index médians obtenus pour différents seuils de pré-filtrage pour LGG.
Pour chaque seuil, les C-index sont calculés par 10 répétitions d’une validation croisée

en K = 5 groupes, et le pré-filtrage des gènes est fait sur le jeu de données
d’apprentissage. Dans chaque case, le chiffre indiqué en blanc correspond au nombre

médian de gènes retenus après le pré-filtrage bi-dimensionnel.
Case entourée de noire : résultats obtenus avec uniquement un pré-filtrage sur l’EI ; case
entourée de blanc : résultats obtenus avec uniquement un pré-filtrage sur la p-valeur du

modèle de Cox univarié ; case entourée de bleu : résultats obtenus dans le cas optimal
(i.e. C-index médian le plus important) ; case entourée de gris : résultats obtenus sans

pré-filtrage.

lasso, elastic net et adaptive elastic net en prenant le C-index comme métrique d’évalua-

tion des capacités de prédiction.

Pour résumer :

— le choix des seuils est variable suivant les cancers.

— le C-index et la p-valeur du modèle de Cox univariée donnent des résultats simi-

laires quant au choix du seuil sur l’EI.

— les pénalisations lasso, elastic net et adaptive elastic net ont des comportements

similaires quant au choix du seuil sur l’EI.

— le choix du seuil pour la p-valeur du modèle de Cox univarié est plus instable que

celui du seuil sur l’EI suivant les pénalisations.
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FIGURE 3.3 – Seuils optimaux pour la pénalisation elastic net, le C-index, et l’ensemble des 16
cancers.

3.2.2 Impact du pré-filtrage sur les performances de prédiction

Sur les 16 cancers étudiés, le C-index est augmenté de manière significative sur les

données de validation pour 11 cancers pour lasso et elastic net, pour 10 cancers pour

adaptive elastic net, et pour 4 cancers pour ridge (p-valeur < 0.05, test des rangs signés de

Wilcoxon avec correction de Benjamini-Hochberg, Tab. 3.1). Pour BRCA, cette augmenta-

tion est significative pour les quatre méthodes de pénalisation, mais pour tous les autres,

cette augmentation dépend de la méthode de pénalisation. Par exemple, pour LGG, le C-

index augmente significativement pour lasso, elastic net et adaptive elastic net, mais pas

pour ridge (Fig. 3.4, Tab. 3.1).

Ensuite, pour les cancers et les méthodes pour lesquels l’augmentation du C-index

est significative, le nombre médian de gènes retenu après pré-filtrage est de 914. Le pré-

filtrage permet donc d’augmenter les performances de prédiction, mais aussi de réduire

l’ensemble des prédicteurs du modèle aux gènes les plus variables et / ou les plus associés

à la survie.

Des résultats du même ordre de grandeur sont observés pour la p-valeur du modèle

de Cox univarié (diminution significative pour 7 cancers pour ridge et adaptive elastic net,

pour 10 cancers pour lasso et elastic net, Tab. Annexe A.5), et pour l’IBS (diminution de

l’IBS pour 8 cancers pour elastic net, 5 cancers pour lasso, 11 cancers pour ridge, et 13

cancers pour adaptive elastic net, Tab. Annexe A.6).

Dans la partie suivante, nous nous attacherons à comparer les performances de pré-

diction des quatre méthodes de pénalisation après pré-filtrage.
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FIGURE 3.4 – C-index obtenus avant (gris) et après le pré-filtrage maximisant le C-index (bleu)
pour les quatre méthodes de pénalisation pour LGG.

Dans chaque cas, les C-index sont calculés par 10 répétitions d’une validation croisée
(K=5), et le pré-filtrage des gènes est fait sur le jeu de données d’apprentissage. Le

nombre en bleu en bas du graphique correspond au nombre de gènes retenus après le
pré-filtrage dans le cas optimal ; les deux nombres en noirs correspondent aux nombres

de gènes retenus par la p-valeur du modèle de Cox univarié (gauche), et par le
pré-filtrage sur l’EI (droite) dans le cas optimal ; en dessous, les deux nombres en rouges

correspondent au seuil sur la p-valeur du modèle de Cox univarié (gauche), et sur le
pré-filtrage sur l’EI (droite) dans le cas optimal.

Les p-valeurs d’un test des rangs signés de Wilcoxon sont corrigées par la méthode de
Benjmaini-Hochberg indépendamment pour chaque méthode suivant les 16 cancers

étudiés, et sont indiquées sous forme d’étoiles en haut du graphique.
n.s. : non-significatif ; + : p-valeur < 0,1 ; * : p-valeur < 0,05 ; ** : p-valeur < 0,01 ; *** :

p-valeur < 0,001.
« EN » : elastic net ; « AEN » : adaptive elastic net.
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TABLEAU 3.1 – Augmentation moyenne du C-index après pré-filtrage et niveau de significativité
pour les 16 cancers étudiés.
Les p-valeurs sont calculées par un test des rangs signés de Wilcoxon unilatéral, et corrigées par la
méthode de Benjamini-Hochberg pour chacune des méthodes suivant les 16 cancers étudiés.
n.s. : non-significatif ; + : p-valeur < 0,1 ; * : p-valeur < 0,05 ; ** : p-valeur < 0,01 ; *** : p-valeur < 0,001.

Cancer ridge lasso EN AEN Cancer ridge lasso EN AEN
ACC 0 0,0016 0,014 0,023 LGG 0,0038 0,0092 0,017 0,019

n.s. n.s. * * n.s. ** *** ***
BLCA 0 0,017 0,022 0,02 LIHC 0,0023 0,02 0,015 0,015

n.s. ** *** *** n.s. ** *** *
BRCA 0,016 0,023 0,01 0,018 LUAD 0,0087 0,013 0,0051 0,019

*** * * *** * * n.s. **
CESC 0,0042 0,033 0 0 MESO 0,0029 0,022 0,0065 0

n.s. *** n.s. n.s. n.s. ** n.s. n.s.
HNSC 0,0061 0,0088 0,01 0,003 PAAD 0,018 0,027 0,02 0,012

n.s. + * n.s. * ** * n.s.
KIRC 0,0034 0,014 0,0093 0,019 PRAD 0 0,014 0,0031 0,026

n.s. ** ** *** n.s. ** n.s. ***
KIRP 0,0046 0,0018 0,0078 0,0046 UCEC 0,0076 0,004 0 0,01

n.s. n.s. ** ** *** n.s. n.s. n.s.
LAML 0,01 0,023 0,02 0,025 UVM 0,014 0 0,012 0

n.s. * * ** n.s. n.s. * n.s.
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3.3 Comparaison des méthodes de pénalisation du modèle

de Cox après pré-filtrage

Après le pré-filtrage, les capacités de prédiction des quatre méthodes de pénalisation

sont comparables (Fig. 3.5, Fig. Annexe A.10). Notons que la pénalisation ridge obtient des

C-index plus faibles que les trois autres méthodes pour KIRP et CESC (p-valeur < 0,01, test

de Wilcoxon unilatéral). Pour CESC, lasso et adaptive elastic net obtiennent de meilleures

résultats qu’elastic net en prenant le C-index comme métrique d’évaluation des prédic-

tions (p-valeur < 0,01, test de Wilcoxon unilatéral).

Avec l’IBS et la p-valeurs du modèle de Cox univarié, des résultats similaires sont ob-

servés : les capacités de prédiction des quatre méthodes de pénalisation sont équivalentes

après le pré-filtrage.
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FIGURE 3.5 – C-index obtenus après prè-filtrage pour les quatre méthodes de pénalisation (i.e.
ridge, lasso, elastic net et adaptive elastic net) et 16 cancers de TCGA.

Les cancers sont classés par ordre décroissants du C-index médian calculé avec la
pénalisation ridge sans pré-filtrage.

3.4 Comparaison du pré-filtrage bi-dimensionnel à l’algo-

rithme Iterative Sure Independance Screening

3.4.1 L’algorithme Iterative Sure Independance Screening

L’algorithme Iterative Sure Independance Screening (ISIS) est une méthode itérative

qui permet de filtrer des gènes et de réduire la dimension [FAN et SONG, 2010]. Cette mé-

thode consiste à classer les gènes suivant leur corrélation individuelle avec la survie (i.e.

valeurs absolues des coefficients |β j |, j = 1, . . . , p, de modèles de Cox univariés), et à ajuster

l’ensemble des gènes sélectionnées de manière itérative :

1. calcul des valeurs absolues des coefficients |β j |, j = 1, . . . , p, de modèles de Cox uni-

variés et définition d’un ensemble de gènes A1 = { j = 1, . . . , p/|β j | > δ1}.
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2. utilisation d’un modèle de Cox avec pénalisation lasso sur l’ensemble A1. Les gènes

sélectionnés forment un nouvel ensemble M1.

3. pour chaque gène j qui n’est pas dans M1, utilisation d’un modèle de Cox multivarié

avec l’ensemble des gènes de M1 et le gène j . L’apport du gène j qui n’est pas dans

M1 est mesuré par la valeur absolue de son coefficient β j dans ce modèle de Cox

multivarié, et un nouvel ensemble A2 est définit : A2 = { j ∈ Mc
1/|β j | > δ2}, avec Mc

1 le

complémentaire de M1. Le nouvel ensemble M2 est alors définit par l’ensemble des

gènes sélectionnés par un modèle de Cox avec pénalisation lasso sur M1UA2.

4. l’étape 3 est répétée jusqu’à ce que le nombre d’itérations l atteigne un certain ni-

veau maximum lmax , ou Ml = Ml−1 pour l < lmax , ou #Ml > d , avec « # » la fonction

cardinale et d le nombre de gènes désirés à la fin de l’algorithme.

La fonction SIS du package SIS [SALDANA et FENG, 2018] permet l’utilisation de cette

méthode.

Le choix du nombre de gènes d à inclure dans le modèle est basé sur le nombre de

patients n du jeu de données d’expression génétique plutôt que sur le modèle utilisé

ou la structure des données. Ainsi, comme recommandé par FAN et collab. [2009], nous

avons utilisé d =
⌊ n

log(n)

⌋
. Si nous observons une erreur lors de l’appel de la fonction SIS

avec cette valeur de d , des valeurs de d plus petites sont successivement choisies (i.e.

d =
⌊ n

2log(n)

⌋
et d =

⌊ n
4log(n)

⌋
).

Le nombre d’itérations maximales lmax est fixé à 10 (défaut) ; le nombre de gènes re-

tenus dans A1 est fixé à b2d/3c et permet de définir δ1 ; le nombre de gènes retenus dans

Al , l > 1 est fixé à d −#Ml−1 et permet de définir δl .

Les deux premières étapes de l’algorithme ci-dessus définissent la méthode Sure Inde-

pendance Screening (SIS), avec δ1 définit tel que l’ensemble A1 contiennent d gènes. FAN

et SONG [2010] ont montré que sous l’hypothèse d’indépendance des co-variables, la mé-

thode SIS permet de sélectionner un sous-ensemble de gènes contenant la vérité terrain.

Les itérations de l’algorithme ISIS permettent de remédier au cas où (i) des gènes forte-

ment corrélés à la survie de manière univarié mais n’apportant pas d’information dans

le modèle multivarié existent, ou (ii) des gènes faiblement corrélés à la survie de manière

univarié mais important dans le modèle multivarié existent.

Ainsi, nous avons appliqué cet algorithme ISIS sur le jeu de données d’apprentissage

pour pré-filtrer les gènes. Nous avons ensuite utilisé un modèle de Cox avec pénalisa-

tion ridge sur l’ensemble des gènes restants pour calculer les trois métriques d’évaluation

des prédictions (i.e. C-index, IBS, p-valeur du modèle de Cox univarié) sur le jeu de don-

nées test. Nous avons appliqué cette stratégie à l’ensemble des 16 jeux de données TCGA

étudiés dans ce chapitre (partie 3.1.5), et pour chaque cancer, les métriques sont calcu-

lées par 10 répétitions d’une validation croisée (K=5) (partie 1.7.2). Nous avons ensuite

comparé les résultats obtenus avec ceux présentés dans la partie 3.2 pour le pré-filtrage

bi-dimensionnel.
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3.4.2 Comparaison avec le pré-filtrage bi-dimensionnel

Tout d’abord, notons que la méthode de filtrage utilisé par l’algorithme ISIS est très

proche du filtrage supervisé que nous utilisons. En effet, pour tous les cancers, nous ob-

servons une forte corrélation entre les p-valeurs d’un test du rapport de vraisemblance

corrigées par la méthode de Benjamini-Hochberg et les valeurs absolues des coefficients

β j , j = 1, . . . , p, de modèles de Cox univariés appris individuellement pour chaque gène

(Fig. 3.6, données non montrées pour les autres cancers). Les p-valeurs ont l’avantage de

prendre en compte l’incertitude (i.e. l’écart-type) dans l’estimation des coefficients, mais

dépendent de la taille de l’échantillon [ROYALL, 1986; THIESE et collab., 2016].

0.0

0.2

0.4

0.6

0.8

0 5 10 15

−log10(p)

|b
et

a|

cor = 0.998 / ***

FIGURE 3.6 – Valeurs absolues des coefficients β en fonction des p-valeurs en échelle − log10 d’un
test du rapport de vraisemblance corrigées par la méthode de Benjamini-Hochberg calculés à
partir d’un modèle de Cox univarié pour LGG.

La courbe loess est tracée en rouge, la corrélation de Spearman et le niveau de
significativité de cette corrélation sont notés dans le titre du graphique (*** : p-valeur <

0,001).

Ensuite, le nombre médian de gènes rejetés par la méthode ISIS est beaucoup plus

important que celui obtenu après le pré-filtrage bi-dimensionnel (Fig. 3.7 et Fig. Annexe

A.12). En moyenne sur l’ensemble des cancers et des quatre méthodes de pénalisation (i.e.

ridge, lasso, elasti net, adaptive elastic net), le nombre de gènes retenus est de 914 pour le

filtrage bi-dimensionnel, et de 28 pour ISIS. L’objectif de l’algorithme ISIS est de pré-filtrer

les gènes pour réduire la dimension et obtenir un sous-ensemble d’au plus d =
⌊ n

log(n)

⌋
co-

variables inférieure au nombre d’échantillons n. Par exemple, pour une cohorte de taille

n = 200, on obtient d = 37. Si un groupe de plus de 37 gènes fortement corrélés entre eux

et à la survie existe dans le jeu de données, ces gènes vont tous être sélectionnés par le

pré-filtrage. L’information contenue dans les autres gènes moins corrélés à la survie de

manière univarié, mais tout de même intéressants dans le modèle multivarié, sera per-

due. Le processus itératif de l’algorithme ISIS permet de remédier en partie à ce biais,

mais les gènes sont ajoutés un par un au modèle multivarié sur au plus 10 itérations, et
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l’information contenue dans les différents groupes de gènes se trouve « noyée » et n’est

pas totalement prise en compte dans le modèle multivarié.

1901 1459 914 3988 1996 131 915 10730 5216 629 1830 228 786 692 225 468

4 13 4 10 44 46 14 43 33 23 34 16 43 84 18 43

** ** ** n.s. *** + *** n.s. n.s. *** *** n.s. *** ** * *
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FIGURE 3.7 – C-index obtenus sans pré-filtrage (gris), avec le pré-filtrage bi-dimensionnel et la
pénalisation elastic net (vert), et avec l’algorithme Sure Independance Screening (rouge) pour
les 16 cancers de TCGA étudiés.

Dans chaque cas, les C-index sont calculés par 10 répétitions d’une validation croisée
(K=5). Les nombres rouges et verts indiquent le nombre de gènes après filtrage par la

méthode ISIS et bi-dimensionnel, respectivement. Les p-valeurs corrigées par la
méthode de Benjamini-Hochberg permettant de tester si les C-index médians obtenus

avec les deux méthodes sont significativement différents (vert : le C-index médian
obtenu avec le filtrage bi-dimensionnel est le plus élevé, rouge : le C-index médian

obtenu avec la méthode ISIS est plus élevé).
n.s. : non-significatif ; + : p-valeur < 0,1 ; * : p-valeur < 0,05 ; ** : p-valeur < 0,01 ; *** :

p-valeur < 0,001.

De plus, le nombre d de gènes retenus dans le modèle dépend du nombre de patients,

et ne prend pas en compte la diversité qui existe entre les jeux de données. Pour certains

cancers, très peu de gènes peuvent être associés à la survie, alors que pour d’autres, un

nombre important de gènes peuvent apporter de l’information et un pouvoir prédictif.

Dans notre algorithme, le seuil, et donc le nombre de gènes retenus par le pré-filtrage,

est fixé par validation croisé afin d’optimiser les prédictions. Ce seuil va donc dépendre

du jeu de données utilisé, et seuls les gènes inutiles pour optimiser les prédictions vont

être filtrés. Le nombre de gènes restants est donc plus important avec le pré-filtrage bi-

dimensionnel (914 en moyenne) qu’avec l’algorithme ISIS (28 en moyenne). L’utilisation

d’une pénalisation lasso, elastic net ou adaptive elastic net permet ensuite de réduire l’en-

semble des prédicteurs à une cinquantaine de gènes.

Ainsi, les performances de prédiction obtenues avec le pré-filtrage bi-dimensionnel

sont meilleures que celles obtenues avec le pré-filtrage par l’algorithme ISIS (Fig. 3.7 et

Fig. Annexe A.12). Le C-index médian obtenu après pré-filtrage bi-dimensionnel et elas-

tic net est significativement supérieur pour 11 cancers (ACC, KIRP, UVM, LGG, CESC,
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UCEC, BLCA, HNSC, BRCA, PAAD, LUAD, p-valeur < 0.05 après correction de Benjamini-

Hochberg, test de Wilcoxon), et la p-valeur médiane du modèle de Cox univarié est si-

gnificativement plus petite pour 11 cancers (ACC, KIRP, UVM, LGG, CESC, UCEC, BLCA,

LAML, HNSC, BRCA, LUAD, p-valeur < 0.05 après correction de Benjamini-Hochberg, test

de Wilcoxon). Pour l’IBS, les résultats sont équivalents pour l’ensemble des cancers, à

l’exception de CESC pour lequel l’IBS est significativement plus petit avec le pré-filtrage

bi-dimensionnel.

Finalement, le pré-filtrage bi-dimensionnel, basé à la fois sur la corrélation indivi-

duelle avec la survie et la variabilité entre les patients, permet de fixer les seuils de filtrage

par validation croisée pour optimiser les prédictions. De plus, cette approche permet de

réduire l’ensemble des co-variables à un sous-ensemble de gènes pertinents pour pré-

dire la survie, sans perdre l’information contenue dans les interactions entre les différents

groupes de gènes et prise en compte dans le modèle multivarié.

3.5 Conclusions et perspectives

Calculer les seuils de pré-filtrage par validation croisée sur l’EI après stabilisation de la

variance et sur les p-valeurs du modèle de Cox univarié après correction par Benjamini-

Hochberg permet :

— de réduire simplement le nombre de prédicteurs à inclure dans le modèle de Cox

pénalisé.

— de ne garder que les gènes les plus pertinents pour prédire la survie.

— d’augmenter la stabilité des gènes qui composent les scores de risque (indices pro-

nostiques).

— d’optimiser les capacités de prédiction.

Nous avons vu que le pré-filtrage permet d’améliorer les prédictions pour environ la

moitié des cancers étudiés pour chacune des méthodes de pénalisation (i.e. ridge, lasso,

elastic net et adaptive elastic net, test des rangs signés de Wilcoxon) et en prenant le

C-index ou la p-valeur du modèle de Cox univarié comme métrique d’évaluation. Ce-

pendant, cette augmentation reste marginale en valeur absolue. En effet, l’augmentation

moyenne du C-index pour l’ensemble des 16 cancers étudiés dans ce chapitre n’est que

de 0,016 pour la pénalisation lasso.

Ensuite, l’algorithme SIS (sans itération) est équivalent au pré-filtrage supervisé sur

les p-valeurs corrigées du modèle de Cox univarié, mais sans calibration du seuil par va-

lidation croisée. L’algorithme ISIS (avec itérations) permet de remédier au cas où (i) des

gènes fortement corrélés à la survie de manière univarié mais n’apportant pas d’informa-

tion dans le modèle multivarié existent, ou (ii) des gènes faiblement corrélés à la survie de

manière univarié mais important dans le modèle multivarié existent. Cependant, le pro-
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cessus itératif rend difficile en pratique la calibration des seuils de pré-filtrage, et l’heu-

ristique choisi ne prend pas en compte la spécificité du jeu de données étudié. Les per-

formances de prédiction obtenues avec l’algorithme ISIS sont moins bonnes que celles

obtenues avec le pré-filtrage bi-dimensionnel. Le nombre de gènes retenus dans le mo-

dèle multivarié semble trop faible. De plus, le pré-filtrage sur l’EI permet, pour certains

cancers, d’obtenir de meilleures prédictions et demeure une composante importante du

filtrage bi-dimensionnel.

Dans notre étude, nous avons retenu la corrélation avec la survie et l’EI comme cri-

tères de pré-filtrage. D’autres métriques peuvent être retenues suivant les besoins, le type

de données, et les applications. Par exemple, le C-index calculé de manière univarié pour

chaque gène sur le jeu de données d’apprentissage peut être intéressant à considérer

comme score de pré-filtrage. De plus, le niveau médian d’expression peut être intéres-

sant à considérer. En effet, les gènes fortement exprimés peuvent être séquencés avec une

profondeur de séquençage faible, et les coûts peuvent être réduits [MILANEZ-ALMEIDA

et collab., 2020]. L’étude de l’impact de la profondeur de séquençage sur les capacités de

prédiction du modèle de Cox fera l’objet du prochain chapitre.

Enfin, nous calculons les seuils de pré-filtrage grâce aux médianes des C-index (reps.

des p-valeurs du modèle de Cox univarié, des IBS) obtenu(e)s. Cependant, il serait intéres-

sant de prendre en considération la variance de ces métriques dans le score permettant

d’évaluer la qualité des prédictions et de fixer les seuils. En effet, un modèle qui obtient

un C-index médian élevé mais avec une variance importante est peu utile en pratique.
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Chapitre 4

Impact de la profondeur de séquençage

des données miRNA-seq sur la prédiction
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4.1 Contexte de l’étude

4.1.1 Intérêt des miARN dans le cancer

Nous avons décri les miARN dans l’introduction (1.2.3). Pour rappel, ce sont de petites

molécules d’ARN (20 à 24 nucléotides) non codantes qui interviennent principalement

dans la régulation post-transcriptionelles des gènes (i.e. les miARN agissent directement

sur les molécules d’ARNm) [BARTEL, 2018].

CALIN et CROCE [2006] ont mis en évidence une association entre le niveau d’ex-

pression des miARN et la survie. Depuis, les miARN ont étaient largement étudiés, et

apparaissent comme une cible thérapeutique intéressante dans le cancer [RUPAIMOOLE

et SLACK, 2017]. En effet, de nombreuses études ont utilisé les niveaux d’expression des

miARN dans le modèle de Cox pour établir des signatures de gènes prédictives de la sur-

vie [SHI et collab., 2018; YU et collab., 2008; ZHANG et collab., 2015; ZHOU et collab., 2016].

Enfin, l’intérêt pour les miARN dans les études portant sur le cancer ne cesse de croître

depuis 2005 : le nombre de papiers référencés dans PubMed contenant les mot « miRNA »

et « cancer » dans leur titre ou leur résumé est passé de 20 en 2005 à 2734 en 2019 (Fig. 4.1).
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FIGURE 4.1 – Nombre de publications référencées dans PubMed et publiées entre 2003 et 2019
contenant les mots-clefs « miRNA » et « cancer » dans leur titre ou leur abstract.

La recherche associée au nombre de publications est "(miRNA[Title/Abstract]) AND
(cancer[Title/Abstract])" dans le moteur de recherche de PubMed, et a était faite le

18/08/2020.

4.1.2 La taille des banques

Nous avons fait une description technique du séquençage à haut débit en introduc-

tion (partie 1.2). Nous rappelons ici que pour un patient donné, la taille de la banque

correspond au nombre total de lectures alignées sur un génome de référence. Elle peut
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varier suivant les expériences (et donc ici les patients), et est équivalente à la notion de

« profondeur de séquençage ». Ces deux nomenclatures seront utilisées de manière inter-

changeable dans la suite du texte.

4.1.3 Calibration des études transcriptomiques

Les deux paramètres essentiels à calibrer lors de l’élaboration d’une étude basée sur

les transcriptomes de biopsies d’une cohorte de patients sont la taille des banques et le

nombre de patients, et cette calibration s’effectue sous contrainte de coûts.

La taille des banques est un paramètre central du séquençage haut débit : plus cette

taille est importante, plus le nombre de gènes détectés sera important et plus précises se-

ront les mesures du niveau d’expression, mais plus le coût sera élevé [MORTAZAVI et col-

lab., 2008; SIMS et collab., 2014]. Bien que les coûts de la technologie RNA-seq aient di-

minué drastiquement au cours de la dernière décennie, ils restent trop élevés pour que le

séquençage soit utilisé de manière routinière en clinique [CIEŚLIK et CHINNAIYAN, 2018;

KUMAR-SINHA et CHINNAIYAN, 2018; MICHIELS et collab., 2016; SENFT et collab., 2017].

Pour un budget donné, connaître la taille de banque minimale permettant d’obtenir

les performances nécessaires permet de maximiser le nombre de patients de la cohorte.

Plus le nombre de patients est élevé, plus la puissance statistique est importante, et plus

les prédictions obtenues seront réalistes. Les grandes cohortes de patients permettent

aussi d’utiliser des algorithmes modernes tel que les réseaux de neurones profonds, de

prendre en compte des termes d’interaction avec des variables cliniques ou des traite-

ments [KURTZ et collab., 2019], ou encore de stratifier les patients suivant des caracté-

ristiques cliniques (âge, sexe, traitements reçus, etc.) ou transcriptomiques. D’autres ap-

plications peuvent être envisagées, comme le séquençage longitudinal (i.e. à différents

instants t ) des patients [MCGRANAHAN et SWANTON, 2017], et / ou le séquençage de diffé-

rentes zones de la tumeur [ANDOR et collab., 2016; GERLINGER et collab., 2012] (hétérogé-

néité intra-tumorale). Pour résumé, il y a donc un compromis à trouver entre la profon-

deur du séquençage et le nombre d’échantillons séquencés.

Ensuite, lorsque des données sont analysées, une appréciation de l’impact de la taille

des banques sur les métriques d’évaluation choisies à travers les « courbes de saturation »

[TARAZONA et collab., 2011] permet de vérifier que les résultats ne sont pas sous-optimaux

du fait d’une profondeur de séquençage trop faible. Par exemple, BASS et collab. [2019] ont

montré que le nombre de gènes différentiellement exprimés n’était pas saturé en fonction

de la taille des banques dans certaines études. Plus de gènes auraient été détectés avec

une profondeur de séquençage plus importante, et de l’information est donc perdue à

cause d’une profondeur de séquençage trop faible des données. D’autres chercheurs se

sont intéressés à l’impact de la profondeur de séquençage [LIU et collab., 2014; RAPAPORT

et collab., 2013; TARAZONA et collab., 2011] et du nombre de patients [PAWITAN et collab.,

2005] sur la détection de gènes différentiellement exprimés et de voies de signalisation
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biologiquement pertinentes [HEIMBERG et collab., 2016; KLIEBENSTEIN, 2012].

Enfin, MILANEZ-ALMEIDA et collab. [2020] ont montré que séquencer quelques cen-

taines de milliers de lectures par échantillon suffit à converger vers les prédictions op-

timales avec un modèle de Cox et une pénalisation elastic net. Cela revient à diviser la

taille des banques des données mRNA-seq de TCGA d’un facteur 100, ce qui correspond

en moyenne à 500 000 lectures.

4.1.4 Objectifs du chapitre

Ainsi, plusieurs questions émergent concernant la calibration d’une étude clinique

qui repose sur le séquençage haut débit des miARN :

— quelles capacités de prédiction peut-on attendre pour une taille de banque et un

nombre de patients donnés ?

— pour un budget donné, quel est le meilleur compromis entre la taille des banques

et le nombre de patients permettant de maximiser les capacités de prédiction?

Dans ce contexte, l’objectif de ce chapitre est d’étudier l’impact du nombre de patients

et de la taille des banques des données RNA-seq de miARN sur les capacités de prédiction

du modèle de Cox pénalisé. En d’autres termes, le but est d’optimiser les prédictions et le

nombre d’échantillons séquencés sous contrainte de coûts..

Dans la suite de ce chapitre, nous utiliserons la pénalisation ridge (VERWEIJ et VAN HOU-

WELINGEN [1994], partie 1.8.3). Si un modèle parcimonieux est souhaité, la même dé-

marche peut être adoptée avec la pénalisation elastic net. Nous avons remarqué au cha-

pitre 2 que les prédictions obtenues avec elastic net et ridge sont très similaires. Les conclu-

sions que nous allons tirer de notre analyse devraient donc être très similaire avec la pé-

nalisation elastic net. Plus généralement, la méthodologie que nous allons présenter peut

s’étendre à tout type d’algorithme de prédiction de la survie.

Les données utilisées proviennent de la base de données TCGA (https://www.cancer.

gov/tcga). Pour le séquençage des miARN et afin de comparer différentes études portant

sur le séquençage des miARN, CHU et collab. [2016] ont détaillés en détail les technologies

et la procédure RNA-seq mise en place.

4.2 Choix des cancers étudiés

4.2.1 Critères de qualité des données pour prédire la survie

Pour les données miRNA-seq de la base de données TCGA, nous avons retenu 25 can-

cers suivant les critères décrits en introduction (partie 1.5.2). Nous utilisons ensuite la

même méthodologie qu’au chapitre précédent (partie 3.1.5 pour ne retenir qu’un nombre

restreint de cancers).
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Ensuite, nous avons choisi de n’utiliser que les cancers pour lesquels les données

transcriptomiques de miARN permettent de prédire correctement la survie dans le mo-

dèle de Cox avec pénalisation ridge. En effet, ce sont pour ces cancers que les données du

niveau d’expression des miARN ont le plus d’applications et de valorisations potentielles.

Dans ce sens, nous considérons qu’un jeu de données a un pouvoir prédictif si le C-index

médian est significativement supérieur à 0,6. Ainsi, nous avons calculé 50 C-index par 10

répétitions d’une validation croisée (K=5) pour chaque cancer avec les données miRNA-

seq (Fig. 1.6). Un test de Wilcoxon unilatéral nous permet alors de déterminer si la mé-

diane m des C-index obtenus est significativement supérieure à 0,6. Ce test a pour hy-

pothèse nulle H0 : m < 0,6, et pour hypothèse alternative H1 : m > 0.6. La méthode de

Benjamini-Hochberg (partie 1.5.3, BENJAMINI et HOCHBERG [1995]) nous permet de cor-

riger les p-valeurs obtenues pour les 25 cancers.

Suite à ces tests et au niveau 5%, nous avons sélectionné 11 cancers parmi les 25 (Fig.

4.2). Pour s’assurer d’une bonne association des données avec la survie, nous avons com-

paré les distributions des C-index obtenues avec et sans permutations par un test de Wil-

coxon unilatéral. Ce test permet de vérifier que la médiane des C-index obtenus est signi-

ficativement supérieure à la médiane des C-index obtenus s’il n’y avait aucun lien entre

les données transcriptomiques et la survie. Permuter les patients dans les données de sur-

vie sans toucher aux données de transcriptomique permet en effet de décorréler ces deux

types de données. Les p-valeurs corrigées par la procédure de Benjmaini-Hochberg pour

les 25 cancers restent significatives pour les 11 cancers retenus (données non montrées).

Les caractéristiques de ces 11 cancers sont reportées dans le Tableau 4.1.

TABLEAU 4.1 – Caractéristiques des onze cancers étudiés dans le chapitre 4.
Nous calculons les C-index médians par 10 répétitions d’une validation croisée (K=5) avec l’en-
semble des gènes (miARN) et le modèle de Cox avec pénalisation ridge. Les cancers sont classés
par ordre décroissant de ces C-index médians.

Cancer C-index
estimé

n
(#patients)

p
(#miARN)

Taux de
censure

Taux de
survie à 3 ans

ACC 0,83 79 499 0,65 0,76
UVM 0,82 80 502 0,71 0,72
KIRP 0,79 287 461 0,85 0,87

MESO 0,72 85 495 0,14 0,19
KIRC 0,70 513 462 0,67 0,76
LGG 0,70 507 500 0,62 0,56

CESC 0,69 291 526 0,76 0,72
LIHC 0,67 361 529 0,65 0,63
PRAD 0,67 493 452 0,81 0,80
UCEC 0,65 534 553 0,84 0,83
BLCA 0,64 403 561 0,56 0,49
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FIGURE 4.2 – Boxplot des C-index pour 25 cancers de TCGA obtenus avec les données miRNA-
seq.

Les C-index sont calculés sans permutations (bleu foncé) et avec permutations (bleu
clair). Chaque boite contient 50 C-index calculés par 10 répétitions d’une validation

croisée (K=5) avec l’ensemble des gènes (miARN) et le modèle de Cox avec pénalisation
ridge. Les noms des 11 cancers écrits en rouge sont ceux pour lesquels la p-valeur
corrigée par la procédure de Benjmaini-Hochberg pour l’ensemble des 25 tests de

wilcoxon unilatéraux permettant de comparer le C-index médian à 0,6 (ligne pointillée
horizontale rouge) est inférieure au niveau choisi α = 0,05.

4.2.2 Variabilité de la taille des banques

Tout d’abord, la taille des banques varie suivant les expériences (et donc les patients)

pour un cancer donné (Fig. 4.3.A et Fig. Annexe A.13). Comme nous l’avons mentionné

en introduction (partie 1.3.7), ces différences peuvent s’expliquer par certains biais tech-

niques du séquençage haut-débit :

— quelques fragments d’ADN ne reçoivent pas d’adaptateur, et ne vont pas être sé-

quencés.

— certaines lectures ne sont pas alignées sur le génome (e.g. problème de séquençage

de l’adaptateur qui empêche la lecture d’être associée à un patient), et leur nombre

peut varier d’un patient à l’autre.

— l’amplification PCR de séquences d’ADN riches en bases nucléotidiques guanine

(G) et cytosine (C) est difficile [MAMMEDOV et collab., 2008], et implique un biais

dans les données RNA-seq [BENJAMINI et SPEED, 2012; RISSO et collab., 2011].

— le nombre de fragments peut varier d’une grille à l’autre, et le multiplexage peut

induire des nombre de lectures différentes pour deux patients dont les échantillons

ne sont pas sur la même grille.
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Ensuite, la taille des banques est équivalente suivant les cancers, à quelques excep-

tions près, et se répartie autour de 5×106 pour les miARN (Fig. 4.3.A), et de 5×107 pour

les ARNm (Fig. Annexe A.13). La taille des banques des ARNm est donc supérieure à celle

des miARN d’un facteur 10 en moyenne, et il n’y a pas de lien particulier entre la pro-

fondeur de séquençage choisie pour les ARNm et les miARN entre les différents cancers.

Notons que pour LAML, nous observons une profondeur de séquençage plus faible que

pour les autres cancers (Fig. 4.3.B). De plus, les données d’ARNm et de miARN se com-

pose respectivement de 20 000 et 500 gènes en moyenne. Ainsi, il y a en moyenne 4 fois

plus de lectures alignées par gène pour les miARN que pour les ARNm.

Enfin, quelques différences notables sont à noter concernant la taille des banques

entre cancers. Par exemple, pour les miARN, la taille médiane des banques est de 720 000

lectures pour LAML, 2,5 millions pour KIRC et 7,5 millions pour LGG (Fig. 4.3).
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FIGURE 4.3 – Tailles des banques pour 25 cancers de TCGA obtenues avec les données RNA-seq
(miARN et mARN).

Les 11 cancers dont le nom est écrit en rouge sont ceux qui seront étudiés par la suite.
(A) Boxplot des tailles des banques pour 25 cancers de TCGA, obtenu avec les données
miRNA-seq. Les cancers sont classés par ordre décroissant du C-index médian obtenu

après un modèle de Cox avec pénalisation ridge sur les données miARN.
(B) Médianes des tailles des banques pour 25 cancers de TCGA obtenues avec les

données mRNA-seq (ordonnée) et miRNA-seq (abscisse).

4.3 Comparaison des prédictions obtenues avec les ARNm

et les miARN

Les 25 C-index médians obtenus avec les données RNA-seq pour les ARNm et les

miARN sont fortement corrélés (corrélation de Pearson de 0,95 - p-valeur = 2,7×10−13, test

de corrélation de Pearson, Fig. 4.4.A). Les différentes capacités de prédiction proviennent

ainsi plus du choix du cancer que du type de données utilisées (i.e. miARN ou ARNm).
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Pour approfondir ce premier résultat, nous avons utilisé un test de Wilcoxon permet-

tant de comparer les C-index médians obtenus avec les données RNA-seq de miARN et

d’ARNm pour l’ensemble des 25 cancers (Fig. 4.4.B). Nous avons effectué une correc-

tion de tests multiples par la méthode de Benjamini-Hochberg [BENJAMINI et HOCH-

BERG, 1995] pour l’ensemble de ces 25 tests. Ainsi, avec vingt fois moins de prédicteurs en

moyenne, les miARN permettent de prédire la survie de manière équivalentes aux ARNm

pour 16 cancers sur 25 (ACC, UVM, MESO, KIRC, CESC, LIHC, PRAD, UCEC, BLCA, THYM,

HNSC, LAML, LUAD, TGCT, LUSC, READ). Pour 8 cancers (KIRP, LGG, BRCA, THCA, PAAD,

STAD, COAD, OV), les données d’ARNm permettent d’obtenir un C-index médian signi-

ficativement plus important que celui obtenu avec les données miRNA-seq (p-valeur <

0,05, test de Wilcoxon avec correction de Benjamini-Hochberg).

Enfin, pour ESCA, les données de miARN ont une plus grande valeur prédictive de la

survie que les données d’ARNm (i.e. C-index médian significativement plus important,

p-valeur < 0,01, test de Wilcoxon avec correction de Benjamini-Hochberg). L’intérêt des

miARN pour prédire la survie dans ce cancer a déjà été démontré [MATHÉ et collab., 2009;

YANG et collab., 2020]. De plus, il est intéressant de remarquer que le C-index médian

obtenu avec les données mRNA-seq (0.51) n’est pas significativement différent de 0,5 (p-

valeur > 0,05, test de Wilcoxon unilatéral), alors celui obtenu avec les données miRNA-

seq (0,61) l’est (p-valeur < 0.001, test de Wilcoxon unilatéral). Ce résultat suggère que les

miARN pourraient avoir un rôle biologique particulier pour ce cancer.
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FIGURE 4.4 – C-index obtenus avec les données RNA-seq pour les ARNm et les miARN pour 25
cancers de TCGA

Les 11 cancers dont le nom est écrit en rouge sont ceux qui seront étudiés par la suite.
(A) C-index médians obtenus avec les données mRNA-seq en fonction de ceux obtenus

avec les données miRNA-seq pour 25 cancers de TCGA. La droite d’équation y = x est
tracée en pointillé.

(B) Boxplot des C-index obtenus avec les données RNA-seq pour les miARN (bleu) et les
ARNm (orange) pour 25 cancers de TCGA. Les p-valeurs d’un test de Wilcoxon corrigées
par la méthode de Benjamini-Hochberg sont indiquées au sommet du graphique sous

forme d’étoiles (légende ci-dessous). La p-valeur est bleue lorsque le C-index médian est
significativement plus important pour les miARN, orange lorsque le C-index médian est
significativement plus important pour les ARNm, et noir lorsque la différence n’est pas

significative (le seuil de 0,05 a été choisi).
n.s. : non-significatif ; + : p-valeur < 0,1 ; * : p-valeur < 0,05 ; ** : p-valeur < 0,01 ; *** :

p-valeur < 0,001.
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4.4 Prédiction de la survie avec les variables cliniques et les

données miRNA-seq

Pour étudier l’intérêt des miARN pour la prédiction de la survie, nous utilisons la

même démarche décrite à la partie 2.3 pour les données mRNA-seq. Pour rappel, nous

calculons 50 C-index obtenus avec six variables cliniques classiques, 50 C-index obtenus

avec les données miRNA-seq, et 50 C-index en combinant les données cliniques et les

données miRNA-seq. Nous calculons ces 50 C-index par 10 répétitions d’une validation

croisée (K=5) dans chacun des cas. Les six variables cliniques classiques que nous utili-

sons, lorsque celles-ci sont disponibles, sont l’âge, le genre, le grade, et les nomenclatures

T, N, et M [LU et collab., 2018; MILANEZ-ALMEIDA et collab., 2020; ROSENBERG et collab.,

2005]. Nous avons décrit ces variables cliniques dans la partie 2.3.

Nous retenons une donnée clinique uniquement lorsqu’elle est présente pour au moins

90% des patients de TCGA. L’âge est disponible pour les 11 cancers, le genre pour les 8 can-

cers non unisexe (i.e. CESC et UCEC sont des cancers touchant uniquement les femmes,

et PRAD uniquement les hommes), le grade n’est pas disponible pour ACC, UVM, KIRP

et MESO, et les variables T, N, et M ne sont pas disponibles pour LGG, CESC, UCEC. Pour

ACC, T et N sont disponibles, mais pas M. Pour PRAD, T est disponible, mais pas N et M

(Tableau 4.2).

TABLEAU 4.2 – Variables cliniques présentes pour chacun des 11 cancers étudiés.
1 : la variable clinique est présente pour au moins 90% des patients ; 0 : la variable clinique n’est
pas présente pour au moins 90% des patients.

Cancer Age Genre Grade T N M
ACC 1 1 0 1 1 0
UVM 1 1 0 1 1 1
KIRP 1 1 0 1 1 1
MESO 1 1 0 1 1 1
KIRC 1 1 1 1 1 1
LGG 1 1 1 0 0 0
CESC 1 0 1 0 0 0
LIHC 1 1 1 1 1 1
PRAD 1 0 0 1 0 0
UCEC 1 0 1 0 0 0
BLCA 1 1 1 1 1 1

Ensuite, pour combiner les données cliniques et les données miRNA-seq, nous avons

utilisé les indices pronostiques calculés avec les données miRNA-seq comme septième

co-variable explicative, en plus des variables cliniques. Pour évaluer la valeur ajoutée des

données miRNA-seq dans la prédiction par rapport aux données cliniques seules, nous

avons effectué un test de Wilcoxon unilatéral pour chaque cancer. Ce test permet d’obser-

ver si le C-index médian obtenu avec la combinaison des données cliniques et miRNA-seq

est significativement supérieur à celui obtenu avec uniquement les données cliniques.
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Nous pouvons ainsi identifier les cancers pour lesquels le profil d’expression des miARN

d’une biopsie permet d’améliorer les prédictions obtenues avec quelques variables cli-

niques classiques. Nous corrigeons les p-valeurs suivant la méthode de Benjamini-Hochberg

pour l’ensemble des 11 cancers.

Pour 7 cancers (ACC, UVM, MESO, LGG, CESC, LIHC, PRAD) sur les 11 étudiés, l’ajout

des données miRNA-seq aux données cliniques classiques améliorent le C-index signifi-

cativement par rapport aux données cliniques seules (p-valeur < 0,05, test de Wilcoxon

unilatéral avec correction de Benjamini-Hochberg) (Fig. 4.5). En revanche, pour KIRP,

KIRC, UCEC, et BLCA, les données miRNA-seq n’apportent pas de valeur prédictive par

rapport aux données cliniques. Cependant, comme nous l’avons fait remarquer à la partie

2.3, au-delà de la simple prédiction, les données miRNA-seq peuvent être utilisées pour

différentes tâches :

— stratifier les patients suivant les profils transcriptomiques [RICKETTS et collab., 2018].

— identifier des marqueurs prédictifs de réponse aux traitements [TERNÈS et collab.,

2017].

— identifier de potentielles cibles thérapeutiques [WEI et collab., 2017].

Nous étudierons donc l’ensemble des 11 cancers par la suite.

Enfin, il est intéressant de remarquer que les C-index obtenus sont élevés pour cer-

tains cancers et faibles pour d’autres (e.g. C-index médian de 0,81 pour KIRP, et de 0,51

pour MESO, Fig. 4.5), et que cette qualité de prédiction ne dépend pas de façon claire du

nombre de paramètres cliniques disponibles. En effet, pour CESC et UCEC, seuls le grade

et l’âge sont disponibles, et les C-index médians obtenus sont de 0,56 et 0,69 respective-

ment. De plus, malgré la présence des données T, N et M pour MESO, le C-index médian

obtenu avec les données cliniques est seulement de 0,51. La classification TNM qui défi-

nit le stade du cancer ne permet donc pas prédire la survie pour ce cancer. Ce résultat a

déjà été observé dans d’autres études [MILANEZ-ALMEIDA et collab., 2020], et sur d’autres

jeux de données [ZHUO et collab., 2019].
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FIGURE 4.5 – C-index obtenus avec les données cliniques, miRNA-seq, et en combinant les deux
types de données pour les 11 cancers étudiés.

Pour chaque cancer, 50 C-index sont calculés en utilisant 6 variables cliniques (âge,
genre, grade, T, N, M - rouge) lorsqu’elles sont disponibles, les données miRNA-seq

(bleu), et en combinant les deux types de données (i.e. les 6 variables cliniques et l’indice
pronostique calculé avec les données miRNA-seq sont utilisés - violet). Pour chaque cas,

les 50 C-index sont calculés par 10 répétitions d’une validation croisée (K=5).
L’âge est disponible pour les 11 cancers, le genre pour les 8 cancers non unisexe (i.e.

CESC et UCEC sont des cancers touchant uniquement les femmes, et PRAD uniquement
les hommes). Les lettres rouges en bas du graphique indique la présence ou non des

autres variables cliniques (G : grade, T : « Tumor », N : « Node », M : « Metastasis »).
Les p-valeurs corrigées par la méthode de Benjamini-Hochberg d’un test de Wilcoxon
unilatéral permettant d’observer si le C-index médian obtenu avec la combinaison des
données cliniques et miRNA-seq (violet) est significativement supérieur à celui obtenu

avec uniquement les données cliniques (rouge) sont indiquées en violet sous forme
d’étoiles suivant le niveau de significativité (légende ci-dessous).

n.s. : non-significatif ; + : p-valeur < 0,1 ; * : p-valeur < 0,05 ; ** : p-valeur < 0,01 ; *** :
p-valeur < 0,001.

4.5 Dégradation des données de séquençage

4.5.1 Dégradation de la profondeur de séquençage

Afin d’évaluer l’effet de la profondeur de séquençage sur la qualité de prédiction de la

survie des patients avec un modèle de Cox, nous avons mesuré les métriques d’évaluation

des prédictions (i.e. C-index, p-valeur du modèle de Cox univarié, IBS) après dégradation

de la profondeur de séquençage. Pour dégrader les données de séquençage, nous avons

utilisé une méthode de sous-échantillonnage [ROBINSON et STOREY, 2014]. Le paramètre

clef de cette méthode est la proportion de sous-échantillonnage, ε ∈]0,1]. Ce paramètre

permet de calibrer l’intensité de sous-échantillonnage, et donc de dégradation des don-

nées. Pour chaque donnée de comptage (nombre de lectures) Ri j obtenue pour un pa-

tient i et un gène j , une donnée de comptage sous-échantillonnée d’une proportion ε,

notée R̃i j , est tirée suivant une loi binomiale de paramètres Ri j (nombre d’épreuves) et ε
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(probabilité de succès) :

R̃i j ∼ Binom(Ri j ,ε), (4.1)

pour chaque patient i = 1, . . . ,n et chaque gène j = 1, . . . , p .

Ainsi, plus le paramètre ε est proche de 0, plus les données de comptage RNA-seq

seront dégradées : une proportion de ε (e.g. 0,01) correspond à une dégradation des don-

nées de séquençage d’un facteur δ = 1
ε (e.g. 100). Dans cette étude, nous choisissons 1 (pas

de dégradation), 10, 100, 1 000 et 10 000 comme facteurs de dégradation δ possibles. Le

calcul des métriques d’évaluation de la qualité de prédiction (i.e. C-index, IBS, p-valeur

du modèle de Cox univarié) pour différents facteurs de dégradation permet de calculer

des courbes de saturation [BASS et collab., 2019; TARAZONA et collab., 2011]. Ces courbes

se définissent comme la métrique d’évaluation des performances du modèle en fonction

du facteur de dégradation δ.

4.5.2 Diminution du nombre de patients

Pour étudier l’impact du nombre de patients sur les capacités de prédiction, nous

avons diminué le pourcentage x de patients du jeu de données d’apprentissage. Dans

cette étude, nous avons choisi x = 10,20, . . . ,80%. En revanche, pour que les métriques

d’évaluation du modèle (i.e. C-index, IBS, p-valeur du modèle de Cox univarié) ne soient

pas biaisées, le jeu de données de test est toujours composé de 20% des patients.

Nous avons décrit la procédure permettant d’évaluer l’impact de la dégradation de la

taille des banques et du nombre de patients du jeu de données d’apprentissage sur la Fi-

gure 4.6. Le principe est le même que celui décrit en introduction (partie 1.7.2), mais un

sous-échantillonnage des données de comptage et du pourcentage de patients définis-

sant le jeu de données d’apprentissage est ajouté (en caractères gras sur la Figure 4.6).
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FIGURE 4.6 – Procédure d’évaluation de l’impact de la dégradation des données de comptage
RNA-seq et du nombre de patients sur la prédiction.

Identique à la Figure 1.6 avec les "dégradations" appliquées en gras. Les données de
comptage RNA-seq sont sous-échantillonnées (ε = 0,0001;0,001;0,01;0,1;1), le modèle

de Cox est entraîné sur x% des patients (x = 10,20, . . . ,80), et l’estimateur β̂ du modèle de
Cox pénalisé est calculé. Ce vecteur permet d’estimer le vecteur des indices pronostiques

P̂Itest du jeu de données test, et les différents indicateurs d’évaluation de la qualité de
prédiction (i.e. score de Brier intégré - IBS, C-index, p-valeur du modèle de Cox

univarié). Ce processus est répété 50 fois (10 répétitions d’une validation croisée, K=5).

4.6 Impact de la taille des banques et du nombre de pa-

tients sur la prédiction

Tout d’abord, pour l’ensemble des onze cancers étudiés et pour les trois métriques

d’évaluation des prédictions (i.e. C-index, p-valeur du modèle de Cox univarié, IBS), nous

observons que les capacités de prédiction augmentent avec le nombre de patients du jeu

d’apprentissage et la profondeur de séquençage (Fig. 4.7 pour KIRC, et données non mon-

trées pour les autres cancers). Dans les deux parties suivantes, nous analyserons en détails

l’impact de la profondeur de séquençage et du nombre de patients sur les prédictions.
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4.6.1 Impact de la taille des banques

Pour KIRC, la baisse du C-index devient significative dès une dégradation des données

de séquençage d’un facteur 10 (p-valeur < 0,05, test de Wilcoxon unilatéral, Fig. 4.7). Des

résultats similaires sont obtenus pour CESC et LIHC (p-valeur < 0,05, test de Wilcoxon

unilatéral), et dans une moindre mesure pour MESO et PRAD (p-valeur < 0,1, test de Wil-

coxon unilatéral) (données non montrées). Il n’est donc pas possible de diminuer la taille

des banques des miARN d’un facteur 10 sans détériorer significativement le C-index ob-

tenu avec un modèle de Cox et une pénalisation ridge pour ces cinq cancers. Notons que

cette conclusion diffère de celle observée avec les ARNm pour lesquels une dégradation

d’un facteur 100 n’affecte pas le C-index de manière significative pour ces cinq cancers. En

revanche, pour les six autres cancers (i.e. ACC, UVM, KIRP, LGG, UCEC, BLCA), la profon-

deur de séquençage peut être diminué d’un facteur 10 au moins sans affecter de manière

significative le C-index (p-valeur ≥ 0,05, test de Wilcoxon unilatéral).

Quelques différences sont à noter lorsque l’on choisit une autre métrique d’évalua-

tion des prédictions. Par exemple, pour PRAD, il est possible de dégrader les données de

séquençage d’un facteur 10 sans dégrader significativement la p-valeur du modèle de Cox

univarié, alors que le C-index est significativement diminué (p-valeur < 0,1, test de Wil-

coxon unilatéral). De plus, en considérant l’IBS comme métrique d’évaluation, la taille

des banques peut être diminuée d’un facteur 10 au moins pour l’ensemble des cancers,

sauf pour BLCA (p-valeur < 0,1, test de Wilcoxon unilatéral).

Ainsi, dans la suite, nous considérerons que la taille des banques peut être diminuée

d’un facteur de dégradation δ si et seulement si aucune des trois métriques d’évaluation

(i.e. C-index, IBS, p-valeur du modèle de Cox univarié) n’est dégradée au niveau de signi-

ficativité de 0,1 pour ce facteur δ. Ainsi, en considérant ce critère, la taille des banques ne

peut pas être réduite d’un facteur 10 pour ACC, MESO, KIRC, CESC, LIHC, PRAD et BLCA.

Pour affiner l’étude de ces sept cancers, nous avons dégradé la taille des banques d’un

facteur 5 et 2 afin d’augmenter la granularité. Comme décrit précédemment, nous avons

ensuite effectué des tests de Wilcoxon unilatéraux pour tester si la baisse d’au moins une

métrique d’évaluation est significative au niveau 0,1 pour ces deux facteurs de dégrada-

tion.

Le tableau 4.3 résume le facteur de dégradation maximum des données miRNA-seq et

la taille médiane de la banque conseillée pour minimiser la profondeur de séquençage -

donc les coûts - tout en obtenant une qualité de prédiction optimale. Pour ACC, PRAD et

BLCA, la taille médiane des banques requises est de l’ordre de 1 million de lectures ; pour

LGG, elle est de l’ordre de 745 000 lectures ; pour KIRP, KIRC et UCEC, elle se situe autour

de 500 000 lectures. De manière intéressante, pour UVM, une dégradation des données

de séquençage d’un facteur 1 000 ne dégrade pas les prédictions obtenues, et une taille

médiane des banques de seulement 5 000 lectures permet déjà d’obtenir des résultats

optimaux. En revanche, pour MESO, CESC et LIHC, la taille des banques ne peut pas être
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FIGURE 4.7 – Impact de taille des banques et du nombre de patients du jeu d’apprentissage sur
le C-index pour KIRC

(A) C-index médians calculés pour différents facteurs de dégradation δ de la taille des
banques (δ = 1 : pas de dégradation, δ> 1 : dégradation de la donnée de comptage Ri j

suivant une loi binomiale de paramètre Ri j et ε = 1/δ donnée en (4.1)) et différents
pourcentage de patients définissant le jeux de données d’apprentissage. Les facteurs de
dégradation sont 1, 10, ..., 100 000 (abscisse), et les pourcentages de patients définissant
le jeu de données d’apprentissage sont 10, 20, ..., 80 (ordonnée). L’axe des abscisses est
volontairement inversé pour être croissant en profondeur de séquençage (i.e. plus δ est

faible, plus la profondeur de séquençage est importante).
(B) Boxplot des C-index calculés pour chaque facteur de dégradation. Pour chaque cas,
le jeu de données d’apprentissage contient 80% des patients (ligne supérieure encadrée
de gris foncé sur la Figure A). Là encore, l’axe des abscisses est inversé, comme pour la
figure A. Les C-index médians obtenus avec données mRNA-seq sont indiqués par des

croix rouges reliées par des segments.
(C) Boxplot des C-index calculés pour chaque pourcentage de patients définissant le jeu

de données d’apprentissage. Pour chaque cas, les données RNA-seq ne sont pas
dégradées (dernière colonne encadrée de gris claire sur la Figure A). Les C-index

médians obtenus avec données mRNA-seq sont indiqués par des croix rouges reliées par
des segments.

Pour chaque scénario, 50 C-index sont calculés par 10 répétitions d’une validation
croisée (K=5), et un test de Wilcoxon unilatéral permet de comparer le C-index médian
calculé sans dégradation (profondeur de séquençage non dégradée pour la Figure B, et

80% des patients utilisés dans le jeu d’apprentissage pour la Figure C) et après
dégradation.

n.s. : non-significatif ; + : p-valeur < 0,1 ; * : p-valeur < 0,05 ; ** : p-valeur < 0,01 ; *** :
p-valeur < 0,001.
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diminué, même d’un facteur 2, sous peine de détériorer les prédictions du modèle de Cox

avec pénalisation ridge. Ainsi, pour ces trois cancers, la taille moyenne des banques doit

au moins être de 5 millions de lectures, et les prédictions pourraient potentiellement être

améliorées en augmentant la profondeur de séquençage.

TABLEAU 4.3 – Facteur de dégradation maximum et taille de banque médiane (en milliers)
conseillée pour chacun des 11 cancers pour les données RNA-seq de miARN.
Le signe « < » pour le facteur de dégradation et « > » pour la taille médiane de la banque signifie
que les données RNA-seq ne peuvent pas être sous-échantillonnées. Les trois cancers concernés
(MESO, CESC et LIHC) sont notés en gras.

Cancer ACC UVM KIRP MESO KIRC LGG CESC LIHC PRAD UCEC BLCA
Facteur de
dégradation δ

5 1000 10 <1 5 10 <1 <1 5 10 5

Taille médiane de
banque conseillée
(milliers de lectures)

1000 5 610 >5200 500 750 >4800 >4800 860 430 970

En revanche, pour les ARNm, nous partageons les conclusions de MILANEZ-ALMEIDA

et collab. [2020] : la taille des banques des données mRNA-seq peut être diminuée d’un

facteur 100 sans affecter les capacités de prédiction de manière significative. Cette dimi-

nution correspond en moyenne à des tailles de banques de l’ordre de 500 000 lectures

(Tableau 4.4). Deux exceptions sont à noter :

— pour UCEC, la profondeur de séquençage ne peut être diminué que d’un facteur

10, ce qui correspond à une taille de banque médiane de l’ordre de 2,5 millions de

lectures.

— pour BLCA, la profondeur de séquençage peut être diminué d’un facteur 1 000, ce

qui correspond à une taille de banque médiane de l’ordre de 50 000 lectures.

TABLEAU 4.4 – Facteur de dégradation maximum et taille de banque médiane (en milliers)
conseillée pour chacun des 11 cancers pour les données mRNA-seq.

Cancer ACC UVM KIRP MESO KIRC LGG CESC LIHC PRAD UCEC BLCA
Facteur de
dégradation

100 100 100 100 100 100 100 100 100 10 1000

Taille médiane de
banque conseillée
(milliers de lectures)

380 420 420 470 500 470 480 460 450 2300 41

Une réduction de la taille des banques permet de diminuer les coûts. Ainsi, à budget

constant, une telle diminution permet de séquencer un nombre plus important d’échan-

tillons. De multiples perspectives peuvent alors être envisagées :

1. l’étude de l’hétérogénéité intra-tumorale (séquençage de différentes parties de la

tumeur).
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2. un séquençage d’échantillons de tumeur obtenus par biopsies à différents instants

t afin d’étudier l’effet d’un traitement sur l’évolution du transcriptome de la tumeur

en fonction du temps.

3. une augmentation de la taille de la cohorte de patients.

Ces différentes perspectives peuvent être associées afin de répondre à la probléma-

tique considérée. Les deux premières perspectives ont des intérêts biologiques et cliniques

évidents [GERLINGER et collab., 2012; MCGRANAHAN et SWANTON, 2017], et l’utilité de

l’augmentation de la taille de la cohorte de patients sera détaillée dans le paragraphe sui-

vant.

4.6.2 Impact du nombre de patients

Pour l’ensemble des cancers, les prédictions obtenues avec le modèle de Cox et une

pénalisation ridge sont saturées en fonction du nombre de patients à la fois pour les

miARN et les ARNm (Fig. 4.7.C). Ainsi, si l’on se limite à ce modèle, augmenter la taille de

la cohorte ne permettra pas d’obtenir de meilleures prédictions. En revanche, un nombre

plus important de patients permettrait :

1. d’utiliser des modèles mathématiques plus élaborés et nécessitant un nombre im-

portant de patients (e.g. réseaux de neurones profonds).

2. de stratifier les patients en fonction de caractéristiques cliniques (e.g. sexe, âge),

phénotypiques (e.g. grade, stade, pureté de la tumeur), ou des données transcripto-

miques.

3. d’augmenter la dimension de la matrice de co-variables en intégrant des termes

d’interactions dans l’analyse (e.g. interactions entre les gènes, interactions entre

gènes et variables cliniques, etc.).

4.7 Cause de la dégradation de la qualité de prédiction

4.7.1 Deux hypothèses envisagées

Tout d’abord, rappelons que nous définissons un gène comme « détecté » si son ni-

veau d’expression CPM-normalisé est supérieur à 1 pour au moins 1% des patients du

jeu de données d’apprentissage (partie 1.4.1). Deux hypothèses peuvent être émises pour

expliquer la diminution des capacités prédictives induite par la dégradation de la qualité

du séquençage :

1. lorsque les données de comptage miRNA-seq sont dégradées, le nombre de gènes

détectés décroît (Fig. 4.8.A) [MORTAZAVI et collab., 2008; SIMS et collab., 2014], et

seul le niveau d’expression des gènes les plus fortement exprimés peut-être mesuré

(Fig. 4.8.B). Les mêmes conclusions sont observés pour les données miRNA-seq
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pour les autres cancers (données non montrées), et pour les données mRNA-seq

(Fig. Annexe A.14). Cependant, les gènes qui ont un niveau d’expression trop faible

pour être mesuré correctement lorsque la taille des banques diminue peuvent être

des co-variables à forte valeur prédictive. Ainsi, les prédictions peuvent être dégra-

dées par l’absence de ces co-variables parmi les prédicteurs.

2. lorsque les données de comptage miRNA-seq sont dégradées, le rapport signal sur

bruit diminue, et la qualité des données est moins bonne. Pour illustrer cette hypo-

thèse, supposons que la donnée de comptage RNA-seq R est déterministe, et que le

bruit de mesure η suit une loi normale N(0,σ2). Le signal initial est alors S = R+η,

et le rapport signal sur bruit est définie par E(S2)
E(η2)

. Après dégradation de R d’un fac-

teur ε, le nouveau signal est S̃ = εR+ η. Ainsi, le rapport signal sur bruit de S est

RSB(S) = R2+σ2

σ2 , et celui de S̃ est RSB(S̃) = ε2R2+σ2

σ2 . Le rapport signal sur bruit a donc

bien diminuer après dégradation.
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FIGURE 4.8 – Impact de la dégradation de la taille des banques des données miRNA-seq sur le
nombre de gènes détectés (A) et leur niveau d’expression (B) pour KIRC .

(A) Les données brutes sont dégradées suivant 5 facteurs différents (1, 10, 100, 1 000,
10 000, 100 000 - abscisse), et le nombre de gènes détectés est calculé (ordonnée).

(B) Densité (estimation de la distribution) du niveau d’expression de l’ensemble des
gènes (bleu), et des gènes détectes après dégradation d’un facteur 10 000 (jaune) pour

l’ensemble des patients. Les données de comptage sont normalisées (log2-CPM) dans les
deux cas.

4.7.2 Test de la première hypothèse

Pour tester la première hypothèse, nous avons comparé les C-index obtenus avec l’en-

semble des miARN, et ceux obtenus uniquement avec les gènes les plus exprimés. Cela

correspond en moyenne à une diminution d’un facteur 2 du nombre de prédicteurs dans

le modèle de Cox (i.e. 210 gènes en moyenne détectés après dégradation des données

130



CHAPITRE 4. IMPACT DE LA PROFONDEUR DE SÉQUENÇAGE DES DONNÉES
MIRNA-SEQ SUR LA PRÉDICTION

miRNA-seq d’un facteur 10 000 pour l’ensemble des cancers étudiés). Dans ces deux scé-

narios, les données de séquençage ne sont pas dégradées, mais seul le nombre de gènes

pris en compte diffère. Les C-index obtenus avec tous les gènes sont représentés par des

boites bleues sur la Figure 4.9, et ceux obtenus avec uniquement les gènes les plus expri-

més sont représentés par des boites jaunes. Nous avons utilisé un test de Wilcoxon uni-

latéral pour tester si le C-index médian obtenu en utilisant tous les miARN est supérieur

à celui obtenu uniquement avec les 210 miARN les plus exprimés sans dégradation. Les

p-valeurs corrigées par la méthode de Benjamini-Hochberg (BENJAMINI et HOCHBERG

[1995], partie 1.5.3) sont indiquées en bleu sous forme d’étoiles sur la Figure 4.9 suivant

le niveau de significativité.

Pour les miARN, réduire la dimension en ne gardant que les 210 gènes les plus ex-

primés n’impacte pas significativement les capacités de prédiction, excepté pour CESC

(p-valeur < 0,001, test de Wilcoxon unilatéral avec correction de Benjamini-Hochberg), et

dans une moindre mesure pour MESO (p-valeur < 0,1, test de Wilcoxon unilatéral avec

correction de Benjamini-Hochberg) (Fig. 4.9). Pour ces deux cancers, les 210 gènes les

plus exprimés ne suffisent pas à prédire aussi bien la survie que si l’ensemble des miARN

étaient utilisés. En revanche, pour les 9 autres cancers, la première hypothèse émise dans

la partie précédente n’est pas vérifiée : la diminution des capacités prédictives du modèle

n’est pas due au nombre moins important de gènes détectés et utilisés comme prédic-

teur dans le modèle de Cox. De plus, cela montre que les 210 miARN les plus exprimés

suffisent à prédire la survie des patients. En d’autres termes, les 300 miARN les moins ex-

primés n’apportent pas de valeur ajoutée pour prédire la survie au 210 miARN les plus

exprimés dans le modèle de Cox.

Nous avons utilisé la même démarche pour les ARNm (Fig. Annexe A.15). En moyenne

les 11 200 gènes les plus exprimés détectés après une dégradation des données d’un fac-

teur 10 000 sont utilisés (boites jaunes), et ils suffisent à obtenir des capacités de pré-

diction comparable au scénario où l’ensemble des gènes est utilisé (18 000 en moyenne,

boites bleues). Ainsi, la première hypothèse émise dans la partie précédente n’est vérifiée

pour aucun des onze cancers pour les données mRNA-seq.

4.7.3 Test de la deuxième hypothèse

Pour tester la deuxième hypothèse, nous avons calculé les C-index obtenus après dé-

gradation d’un facteur 10 000 (i.e. 210 gènes en moyenne sont détectés, et les données de

comptage sont dégradés), et ceux obtenus avec les mêmes 210 gènes (en moyenne) mais

sans dégradation. Ces deux scénarios correspondent aux boites vertes et jaunes de la Fi-

gure 4.9, respectivement. Un test de Wilcoxon unilatéral est de nouveau utilisé pour tes-

ter si le C-index médian obtenu en utilisant uniquement les 210 miARN les plus exprimés

sans dégradation est supérieur à celui obtenu après dégradation d’un facteur 10 000. Les

p-valeurs corrigées par la méthode de Benjamini-Hochberg (BENJAMINI et HOCHBERG
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[1995], partie 1.5.3) sont indiquées en vert sous forme d’étoiles sur la Figure 4.9 suivant le

niveau de significativité.

Pour l’ensemble des onze cancers, le C-index médian obtenu après dégradation est si-

gnificativement inférieur à celui obtenu sans dégradation mais avec les même prédicteurs

(p-valeur < 0,05 pour UVM et p-valeur < 0,001 pour les dix autres cancers, test de Wilcoxon

unilatéral avec correction de Benjamini-Hochberg). La deuxième hypothèse émise pré-

cédemment est donc vérifiée : le sous-échantillonnage induit une diminution du rapport

signal sur bruit des données de comptage RNA-seq et donc une dégradation de la qualité

des données et de la prédiction.

Nous avons utilisé la même démarche pour les ARNm (Fig. Annexe A.15), et les mêmes

conclusions peuvent être tirées de cette analyse. Pour l’ensemble des onze cancers, le

C-index médian obtenu après dégradation est significativement inférieur à celui obtenu

sans dégradation mais avec les même prédicteurs (p-value < 0,05 pour les onze cancers,

test de Wilcoxon unilatéral avec correction de Benjamini-Hochberg).

*** * *** *** *** *** *** *** *** *** ***
n.s. n.s. n.s. n.s. n.s. n.s. ** n.s. n.s. n.s. n.s.

242 209 196 210 165 226 220 210 169 221 229
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FIGURE 4.9 – Evaluation des deux hypothèses pour expliquer la diminution des capacités de
prédiction induite par la dégradation des données miRNA-seq des 11 cancers étudiés.

Boxplot des C-index obtenus avec les données miRNA-seq pour un facteur de
dégradation de 10 000 (vert), sans dégradation (bleu), et sans dégradation mais avec

uniquement les gènes détectés après dégradation d’un facteur 10 000 (jaune). Le nombre
de gènes détectés après dégradation d’un facteur 10 000 est indiqué en noir en bas du
graphique pour chaque cancer. Pour chaque scénario, 50 C-index sont calculés par 10

répétitions d’une validation croisée (K=5).
Les p-valeurs corrigées par la méthode de Benjamini-Hochberg d’un test de Wilcoxon

unilatéral permettant de tester si le C-index médian obtenu dans le « scénario jaune » est
significativement plus grand que celui obtenu dans le « scénario vert » sont indiquées

sous forme d’étoiles vertes en haut du graphique.
Les p-valeurs corrigées par la méthode de Benjamini-Hochberg d’un test de Wilcoxon

unilatéral permettant de tester si le C-index médian obtenu dans le « scénario bleu » est
significativement plus grand que celui obtenu dans le « scénario jaune » sont indiquées

sous forme d’étoiles bleues en haut du graphique.
n.s. : non-significatif ; + : p-valeur < 0,1 ; * : p-valeur < 0,05 ; ** : p-valeur < 0,01 ; *** :

p-valeur < 0,001.
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4.8 Conclusions

Tout d’abord, nous avons observé que la taille des banques varie suivant les patients.

Cette variation est due aux biais techniques induits par les différentes étapes du séquen-

çage.

Ensuite, nous avons montré que le C-index médian obtenu avec les ARNm est équi-

valent à celui obtenu avec les miARN pour 16 cancers (ACC, UVM, MESO, KIRC, CESC,

LIHC, PRAD, UCEC, BLCA, THYM, HNSC, LAML, LUAD, TGCT, LUSC, READ), significati-

vement supérieur pour 8 d’entre eux (KIRP, LGG, BRCA, THCA, PAAD, STAD, COAD, OV),

et significativement inférieur pour ESCA. De plus, nous avons observé une forte corréla-

tion entre les C-index médians obtenus avec les données RNA-seq d’ARNm et de miARN.

Les prédictions dépendent donc plus du cancer étudié que du type de données utilisées.

Troisièmement, nous avons montré que pour 7 des 11 cancers étudiés, l’ajout des don-

nées miRNA-seq aux données cliniques classiques permet d’augmenter les capacités de

prédiction. Pour les 4 autres cancers, d’autres applications sont envisageables (e.g. détec-

tion de biomarqueurs prédictifs de la réponse aux traitements), et ils méritent aussi d’être

étudiés.

Ensuite, nous partageons les conclusions de MILANEZ-ALMEIDA et collab. [2020] : la

taille des banques des données mRNA-seq peut être diminuée d’un facteur 100 sans affec-

ter les capacités de prédiction de manière significative. Cette diminution correspond en

moyenne à des tailles de banques de l’ordre de 500 000 lectures. Deux exceptions sont ce-

pendant à noter : pour UCEC, la profondeur de séquençage ne peut être diminué que d’un

facteur 10, ce qui correspond à une taille de banque médiane de l’ordre de 2,5 millions de

lectures ; et pour BLCA, la profondeur de séquençage peut être diminué d’un facteur 1000,

ce qui correspond à une taille de banque médiane de l’ordre de 50 000 lectures.

Cinquièmement, nous avons vu que pour les miARN, les résultats sont plus hétéro-

gènes suivant les cancers. Pour ACC, PRAD et BLCA, la taille médiane des banques re-

quises est de l’ordre de 1 million de lectures ; pour LGG, elle est de l’ordre de 745 000

lectures ; pour KIRP, KIRC et UCEC, elle se situe autour de 500 000 lectures. De manière

intéressante, pour UVM, une dégradation des données de séquençage d’un facteur 1 000

ne dégrade pas les prédictions obtenues, et une taille médiane des banques d’unique-

ment 5 000 lectures permet de converger vers des prédictions optimales. En revanche,

pour MESO, CESC et LIHC, la taille des banques ne peut pas être diminuée d’un facteur 2,

sous peine de détériorer les prédictions du modèle de Cox avec pénalisation ridge. Ainsi,

pour ces trois cancers, la taille moyenne des banques doit être au moins de 5 millions de

lectures, et les prédictions pourraient potentiellement être améliorées en augmentant la

profondeur de séquençage.

Ensuite, les prédictions obtenues sont saturées en fonction du nombre de patients

pour l’ensemble des 11 cancers étudiés et à la fois pour les données RNA-seq d’ARNm et

de miARN lorsque l’on utilise ce modèle de Cox multivarié.
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Finalement, nous avons montré que la diminution des capacités prédictives induite

par une diminution de la profondeur de séquençage n’est pas due au nombre plus faible

de gènes détectés lorsque la taille des banques est plus faible, mais à la diminution du

rapport signal sur bruit des données de comptage RNA-seq. Cette diminution induit une

dégradation de la qualité des données et donc de la prédiction.
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5.1 Conclusions générales

Pour rappel, les objectifs de cette thèse étaient :

1. de comparer les différentes formes classiques de pénalisation du modèle de Cox

(i.e. ridge, lasso, elastic net, adaptive elastic net) sur les données réelles de TCGA et

données simulées (chapitre 2).

2. d’étudier l’impact du pré-filtrage univarié des gènes sur les prédictions de la survie

obtenues avec le modèle de Cox pénalisé (chapitre 3).

3. d’étudier l’impact de la profondeur de séquençage sur les prédictions obtenues

avec le modèle de Cox pénalisé (chapitre 4).

Tout d’abord, nous avons montré que les prédictions obtenues avec λmin étaient en

moyenne meilleures que celle obtenues avec λ1se (partie 2.2.1). Ensuite, la pénalisation

ridge obtient en moyenne de meilleurs résultats que lasso, elastic net, et adaptive elastic

net (partie 2.2.3). Cependant, la pénalisation ridge assigne des coefficients de régression

βi , i = 1, . . . , p, non nul à chaque gène, et ne permet pas de sélectionner un sous-ensemble

de prédicteurs. Parmi les méthodes qui permettent d’obtenir un modèle parcimonieux

(i.e. lasso, elastic net, adaptive elastic net), la pénalisation elastic net obtient en moyenne

les meilleurs résultats. Ces premières conclusions sont à nuancer par le fait que les ré-

sultats dépendent fortement des jeux de données : la qualité des prédictions obtenues

dépend plus du type de cancer que de la méthode utilisée. De plus, le C-index et la p-

valeur du modèle de Cox sont corrélés entre eux et sensibles à la méthode choisie, alors

que l’IBS est moins corrélé aux autres métriques, et moins sensible à la méthode étudiée.

Ensuite, nous avons montré que les données mRNA-seq couplées à des variables cli-

niques classiques permettent d’obtenir de meilleures prédictions que ces mêmes variables

cliniques seules pour 12 des 26 cancers étudiés dans le chapitre 2 (partie 2.3). De même,

nous avons observé que l’ajout des données miRNA-seq aux données cliniques classiques

permet d’améliorer les prédictions pour 7 des 11 cancers étudiés dans le chapitre 4 (partie

4.4).

La mise en place d’une procédure de simulation autorisant le contrôle du niveau de

corrélation entre les données d’expression génétique et la survie (partie 2.4.1) nous a per-

mis de montrer que les performances de prédiction obtenues par l’Oracle (i.e. estimateurs

du C-index, de l’IBS, et de la p-valeur du modèle de Cox à partir du vecteur β utilisé pour

les simulations) sont loin d’être atteintes par le modèle de Cox pénalisé (partie 2.5). En-

suite, les performances de sélection des trois méthodes de pénalisation parcimonieuses

(i.e. lasso, elastic net, adaptive elastic net) sont mauvaises, à la fois en terme de stabilité,

de sensibilité, et de taux de fausses découvertes (partie 2.6). Nous avons alors montré que

ces mauvaises performances de sélection ont un impact négatif sur la qualité de la pré-

diction (partie 2.7). Identifier les gènes corrélés à la survie apparaît donc important dans

l’optique d’améliorer significativement les prédictions obtenues avec les données RNA-
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seq. Dans le but d’accroître les performances de sélection (et donc de prédiction), nous

nous sommes intéressés à des méthodes de pré-filtrage univarié comme première étape

de sélection.

Ainsi, dans le chapitre 3, nous avons tout d’abord montré que le pré-filtrage bi-dimensionnel

sur les p-valeurs du modèle de Cox univarié et les écarts interquartiles permet d’amélio-

rer les prédictions, mais seulement marginalement en valeur absolue (partie 3.2). En effet,

l’augmentation moyenne du C-index pour l’ensemble des 16 cancers étudiés dans ce cha-

pitre n’est que de 0,016 pour la pénalisation lasso. Cependant, le pré-filtrage univarié des

gènes permet de réduire simplement et d’un facteur 20 en moyenne le nombre de prédic-

teurs à un ensemble de gènes a priori pertinents pour prédire la survie. Cette réduction de

la dimension permet d’augmenter la stabilité des gènes restants pour composer les scores

de risques (indices pronostiques). Enfin, le pré-filtrage sur l’écart-interquartile des gènes

semble plus efficace que celui sur la p-valeur du modèle de Cox univarié, et les prédic-

tions obtenues avec le pré-filtrage bi-dimensionnel sont meilleures que celles obtenues

avec l’algorithme ISIS (partie 3.4).

Bien que les coûts de la technologie RNA-seq aient diminué drastiquement au cours

de la dernière décennie, ils restent trop élevés pour que le séquençage soit utilisé en cli-

nique et pour de grandes cohortes de patients. Ainsi, afin d’optimiser le nombre d’échan-

tillons séquencés et les prédictions sous contrainte de coûts, MILANEZ-ALMEIDA et col-

lab. [2020] ont montré qu’il était possible de diminuer d’un facteur 100 la profondeur

de séquençage des données mRNA-seq. Dans le chapitre 4, nous avons confirmé ce ré-

sultat et nous nous sommes intéressés à l’impact de la profondeur de séquençage des

données miRNA-seq sur les prédictions. Nous avons montré que les résultats sont plus

variables pour les données miRNA-seq que pour les données mRNA-seq. En effet, la taille

des banques peut être diminuée d’un facteur 1000 pour UVM, alors qu’elle ne peut pas

être diminuée pour MESO, CESC, ou LIHC.

Dans les prochains paragraphes et à partir des conclusions établies ci-dessus, nous

dresserons quelques perspectives de l’utilisation de données génomiques pour l’aide au

pronostic de patients atteints de cancer.

5.2 Résultats préliminaires et perspectives

5.2.1 Utilisation des termes d’interaction entre gènes

L’existence de processus d’inhibition et d’activation entre gènes a montré un intérêt

pronostique dans le cancer [BALDUS et collab., 2004]. Ces interactions entre les gènes

peuvent être prise en compte dans les modèles de survie [ASHWORTH et collab., 2011; MA-

GEN et collab., 2019]. Pour mieux prendre en compte ces effets jumelés sur la survie, nous

avons ajouté les termes quadratiques des gènes sélectionnés par la pénalisation elastic

net dans le modèle. La fonction de risque instantané s’écrit alors [WU et collab., 2018] :
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λ(t ;X1, ...,Xp ) = λ0(t )exp( f (X1, ...,Xp )),

avec :

— f (X1, ...,Xp ) = β1X(1) + ...+βq X(q) +β12X(1)X(2) + ...+βq−1,q X(q−1)X(q).

— q le nombre de gènes sélectionnés par la pénalisation elastic net.

Les nouveaux prédicteurs se définissent donc comme les niveaux d’expression des

gènes sélectionnés par la pénalisation elastic net (termes « linéaires »), et les termes d’in-

teraction X(i )X( j ) de ces gènes (termes « quadratiques »). Nous apprenons alors un deuxième

modèle de Cox avec pénalisation elastic net sur ces nouveaux prédicteurs, et nous calcu-

lons les différentes mesures d’évaluation des prédictions (i.e. C-index, p-valeur du modèle

de Cox univarié, IBS). Chaque gène qui compose les termes d’interaction a été sélectionné

dans la première étape (i.e. modèle de Cox avec pénalisation elastic net sur le niveau d’ex-

pression des gènes), et cette approche est dite « à forte hérédité » [BIEN et collab., 2013;

LIM et HASTIE, 2015; WANG et collab., 2014; WU et collab., 2018].

Nous observons que l’ajout des termes d’interactions dans le modèle de Cox pénalisé

ne permet pas d’améliorer les prédictions (Fig. 5.1.A, données non montrées pour l’IBS

et la p-valeur du modèle de Cox univarié). Cependant, parmi les co-variables sélection-

nées dans le modèle final par elastic net, presque uniquement des termes d’interaction

sont sélectionnés (Fig. 5.1.B). Mieux comprendre ce phénomène et prendre en compte

ces interactions semblent des perspectives intéressantes à envisager.

D’autres modèles, comme les méthodes à noyaux [DE VLAMING et GROENEN, 2015] ou

les réseaux de neurones profonds [HUANG et collab., 2019] peuvent être envisagés pour

prendre en compte les interactions entre les gènes et les effets non linéaires sur la sur-

vie. Cependant, une meilleure prise en compte de la connaissance biologique dans les

modèles mathématiques pourrait permettre d’accroître leur pertinence et leur pouvoir

prédictif [DOMANY, 2014].

Par exemple, une voie de signalisation se définit comme l’ensemble des évènements

intracellulaires déclenchés par un signal à l’un des récepteurs de la cellule, jusqu’à la ré-

ponse cellulaire. Ces évènements sont contrôlés par des protéines de signalisation intra-

cellulaires, et donc par l’expression des gènes. Ainsi, une voie de signalisation peut se

modéliser par un graphe qui relie les gènes qui la composent entre eux. Différentes bases

de données, comme KEGG [KANEHISA et GOTO, 2000; KANEHISA et collab., 2019] ou MSigDB

[LIBERZON et collab., 2011; SUBRAMANIAN et collab., 2005] décrivent les liens qui existent

entre les gènes. Cette information biologique peut être prise en compte dans les modèles,

et de nombreuses approches existent [DERELI et collab., 2019; FA et collab., 2019; ZHENG

et collab., 2020].
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FIGURE 5.1 – C-index obtenus avec elastic net avec uniquement le niveau d’expression des gènes
(bleu), et avec l’ajout des termes d’interactions (jaune) (A), et proportions de termes quadra-
tiques sélectionnés.

Nous calculons les C-index par 10 répétitions du validation croisée (K=5). Les termes
d’interactions sont calculés à partir des gènes sélectionnés par la pénalisation elastic net.

5.2.2 Ajout de nouvelles données cliniques pour prédire la survie

Les analyses pan-cancer que nous avons menés dans ce manuscrit permettent de tes-

ter une méthodologie ou de comparer des méthodes sur un grand nombre de jeux de

données. Cependant, il devient difficile de se focaliser sur les particularités des cancers

étudiés. Par exemple, le statut des œstrogènes (négatif, intermédiaire, ou positif) est un

marqueur bien connu et utilisé en pratique comme marqueur prédictif de la survie dans

le cancer du sein [VOLKMANN et collab., 2019]. Ainsi, en ajoutant ce statut aux variables

cliniques utilisées jusqu’à présent dans ce manuscrit pour BRCA (i.e. âge, genre, « T », « N »,

« M »), les prédictions obtenues uniquement avec les données cliniques sont significati-

vement améliorées (p-valeur < 0.001, test des rangs signés de Wilcoxon unilatéral, Fig.

5.2.A).

Ensuite, nous avons identifié des variables cliniques reliées à la survie des patients en

calculant les p-valeurs de modèles de Cox univarié pour chacune d’entre elles pour KIRC

(variables qualitatives et quantitatives). Après correction par la méthode de Benjamini-

Hochberg, nous avons identifié deux nouvelles variables intéressantes pour prédire la
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FIGURE 5.2 – C-index obtenus après l’ajout de nouvelles variables cliniques pour BRCA (A) et
KIRC (B).

Les boites bleues correspondent aux C-index obtenus avec les variables cliniques
utilisées dans les chapitres précédents (âge, genre, T, N, M pour BRCA (A) ; âge, genre, T,

N, M, grade pour KIRC (B)). Les boites oranges correspondent aux C-index obtenus après
ajout du statut des récepteur d’œstrogènes pour BRCA (A), et du pourcentage de nécrose

et de noyaux de cellules tumorales pour KIRC (B).
Nous calculons les C-index par 10 répétitions d’une validation croisée (K=5). Les

p-valeurs de tests des rangs signés de Wilcoxon unilatéraux permettant de tester si les
C-index obtenus après ajout des nouvelles variables cliniques ont augmenté sont

indiquées sur chaque graphique.

survie :

— le pourcentage de nécrose (i.e. pourcentage de cellules mortes dans l’échantillon).

— le pourcentage de cellules tumorales dans l’échantillon.

Après l’ajout de ces deux variables dans le modèle de Cox multivarié, les C-index cal-

culés sont significativement supérieurs à ceux obtenus avec les variables cliniques utili-

sées dans les chapitres précédents pour ce cancer (i.e. âge, genre, « T », « N », « M », grade)

(p-valeur < 0.001, test des rangs signés de Wilcoxon unilatéral, Fig. 5.2.B).

De telles analyses basées à la fois sur des connaissances cliniques de la maladie (e.g.

statut des œstrogènes pour le cancer du sein) et sur une analyse statistique permettant

d’identifier des variables potentiellement intéressantes (e.g. p-valeur du modèle de Cox

univarié sur les données cliniques de TCGA) devraient être menées individuellement pour

chaque cancer [HERRMANN et collab., 2020]. Cela permettrait d’améliorer les scores de

risque associés à la survie, et donc d’aider à la prise en charge clinique des patients. Ainsi,

travailler à l’élaboration de scores de risque basés sur des variables cliniques classiques

et spécifiques du cancer étudié en les comparant à ceux utilisés par les cliniciens pourrait

aboutir à l’amélioration rapide du pronostic des patients, et donc de leur suivi.

144



CHAPITRE 5. CONCLUSIONS ET PERSPECTIVES

5.2.3 Approches « gros grains »

Pour remédier à la « malédiction de la grande dimension », des approches dites « gros

grains » ont été proposées [DRIER et collab., 2013; HÄNZELMANN et collab., 2013; VASKE

et collab., 2010]. L’idée de cette démarche est d’assigner un score à des sous-groupes de

gènes (e.g. gènes d’une même voie de signalisation), et d’utiliser ces scores dans un mo-

dèle de Cox pour prédire la survie, identifier des sous-types de cancers, ou des processus

biologiques dérégulés dans le cancer [DOMANY, 2014]. Cette stratégie a montré des résul-

tats de prédiction intéressants en pratique [FA et collab., 2019].

ZHENG et collab. [2020] ont comparé les prédictions (C-index) obtenues en utilisant

les niveaux d’expression des gènes et les scores assignés aux voies de signalisation. Les

voies de signalisation utilisées proviennent de la base de données MSigDB [SUBRAMANIAN

et collab., 2005], et la méthode GSVA [HÄNZELMANN et collab., 2013] permet d’assigner

un score à chaque voie de signalisation et à chaque patient. Les auteurs ont montré, sur

données réelles et simulées, que les performances de prédiction (C-index) obtenues avec

les scores assignés aux voies de signalisation sont équivalentes à celles obtenues avec le

niveau d’expression des gènes lorsqu’il y a présence de fortes corrélations, et meilleures

lorsque ces corrélations sont faibles.

Ces approches semblent donc intéressantes à considérer pour travailler indépendam-

ment sur des groupes de gènes restreints et donc réduire la dimension, garder une inter-

prétation biologique, et augmenter la robustesse et les capacités de prédiction. L’estima-

tion des types cellulaires présents dans un échantillon est un domaine de recherche en

plein développement [COBOS et collab., 2020], et qui possède tous les avantages que dé-

crits dans ce paragraphe. Nous étudierons leur pouvoir prédictif dans la prochaine partie.

5.2.4 Proportions de types cellulaires pour prédire la survie

L’estimation de la composition cellulaire des tissus tumoraux (qualifié ici d’« hétérogé-

néité intra-tumorale ») a de nombreuses applications pratiques. Par exemple, tester si un

gène est différentiellement exprimé peut être biaisée si le gène étudié est spécifique d’un

type cellulaire présent dans des proportions différentes suivant les patients [ARAN et col-

lab., 2015]. Ensuite, l’analyse des cellules immunitaires présentes dans la tumeur demeure

essentielle pour une meilleure compréhension biologique du cancer. Cela ouvre la voie à

des traitements ciblés sur des types cellulaires précis à travers l’immunothérapie [HEN-

DRY et collab., 2017; SHARMA et collab., 2019]. Enfin, ajuster le niveau d’expression des

gènes en prenant en compte l’hétérogénéité intra-tumorale permet d’obtenir des classifi-

cations plus pertinentes [ARAN et collab., 2015; ELLOUMI et collab., 2011]. Les sous-types

obtenus ont alors plus de sens biologique.

Dans cette partie, nous étudierons les capacités prédictives des données d’hétérogé-

néité intra-tumorale. Nous utiliserons deux méthodes classiques qui ont obtenu de bons

résultats dans des études comparatives indépendantes [AVILA COBOS et collab., 2018;
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STURM et collab., 2019] : CIBERSORT [NEWMAN et collab., 2015] et xCell [ARAN et col-

lab., 2017]. CIBERSORT permet une estimation de la proportion de 22 types de cellules

immunitaires, et xCell de 64 types cellulaires à la fois immunitaires et non immunitaires.

Enfin, la « pureté de la tumeur » se définit comme le pourcentage de cellules tumo-

rales dans l’échantillon, et demeure intéressant à utiliser en pratique, notamment pour la

prédiction [MAO et collab., 2018]. Nous utiliserons l’estimation de la pureté des tumeurs

de TCGA faites par ARAN et collab. [2015] dans un modèle de Cox univarié pour prédire

la survie. Parmi les 26 cancers étudiés, les données CIBERSORT, xCell, et de pureté de la

tumeur sont disponibles pour 18 cancers.

Nous observons que le C-index médian obtenu avec les données mRNA-seq est supé-

rieur à ceux obtenus avec les données de proportions de types cellulaires (i.e. CIBERSORT

et xCell) et de pureté de la tumeur (Fig. 5.3). Les deux seules exceptions sont pour UCEC et

READ, pour lesquels le C-index médian obtenu avec CIBERSORT est plus important, mais

avec une grande variance. La variance des C-index obtenus avec les données CIBERSORT,

xCell, et de pureté de la tumeur est en effet plus importante pour l’ensemble des cancers

étudiés. Nous tirons les mêmes conclusions avec la p-valeur du modèle de Cox univarié

(i.e. les prédictions obtenues avec les données mRNA-seq sont meilleures), et les résultats

sont équivalents pour l’IBS.
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FIGURE 5.3 – C-index obtenus avec les données mRNA-seq, de proportions de types cellulaires
(i.e. CIBERSORT et xCell), et de pureté de la tumeur pour 18 cancers de TCGA.

Nous calculons les C-index par 10 répétitions du validation croisée (K=5).

De plus, parmi les trois méthodes testées d’estimation de l’hétérogénéité, xCell ob-

tient globalement les meilleurs résultats. Les deux seules exceptions sont pour CESC et

UCEC pour lesquels les C-index sont significativement supérieurs pour CIBERSORT (p-

valeur < 0,01, test des rangs signés de Wilcoxon). Nous observons les mêmes résultats

pour la p-valeur du modèle de Cox univarié, et les résultats sont équivalents pour l’IBS.

Ainsi, ces données d’estimations des populations cellulaires ne permettent pas d’at-

teindre de meilleures prédictions que les données mRNA-seq. Dans la partie suivante,

nous allons essayer d’améliorer les prédictions en mixant les indices pronostiques obte-
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nus avec ces différents types de données (i.e. mRNA-seq, proportions de types cellulaires,

pureté de la tumeur), et ceux obtenus avec les données cliniques.

5.2.5 Prise en compte de l’hétérogénéité intra-tumorale dans la prédic-

tion de la survie à partir de données mRNA-seq

Une approche intuitive pour prendre en compte l’hétérogénéité intra-tumorale dans

la prédiction de la survie à partir des données RNA-seq consiste à utiliser un modèle de

Cox multivarié composé des variables cliniques classiques, et des indices pronostiques

calculés séparément à partir des données mRNA-seq, xCell, et de pureté de la tumeur. En

revanche, cette méthode n’apporte pas de pouvoir prédictif au modèle (Fig. 5.4).
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FIGURE 5.4 – C-index obtenus avec les variables cliniques et les indices pronostiques des don-
nées mRNA-seq (bleu), et avec les variables cliniques et les indices pronostiques des données
mRNA-seq, xCell, et de pureté de la tumeur (jaune).

Nous avons calculé les C-index par 10 répétitions d’une validation croisée (K=5).

Une autre méthodologie pour prendre en compte l’hétérogénéité intra-tumorale peut

être de séparer les patients en plusieurs sous-groupes, et d’apprendre un modèle de Cox

pour chaque sous-groupe, indépendamment. Plus généralement, l’existence de groupes

de patients possédant des caractéristiques génomiques, cellulaires, ou cliniques distinctes

peut engendrer une trop grande hétérogénéité au sein des jeux de données et détériorer

les résultats obtenus sur les prédictions. Séparer les patients suivant leurs caractéristiques

génomiques, cellulaires, ou cliniques pour les analyser séparément peut ainsi être une so-

lution à envisager.

Il est important de noter que les données de pureté de la tumeur doivent être consi-

dérées pour stratifier les patients en différents groupes à partir des données d’expression

génétique. En effet, [ARAN et collab., 2015] ont montré que les sous-types de cancer ob-

tenus sont en fait des groupes de patients possédant des puretés de tumeur similaires, et

que le clustering regroupe des gènes dont les corrélations avec la pureté de la tumeur sont
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similaires (Fig. 5.5).
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FIGURE 5.5 – Heatmap du niveau d’expression standardisé des gènes pour BLCA, et corrélation
avec la pureté de la tumeur.

Nous avons retenu les 2000 gènes qui ont les plus faibles p-valeurs d’un modèle de Cox
univarié. La corrélation des gènes avec la pureté de la tumeur est indiquée à droite (vert
et violet) pour chaque gène, et la pureté de tumeur est indiquée en haut du graphique

pour chaque patient (bleu, jaune, et rouge).
Au sein de la heatmap, le rouge correspond à un niveau d’expression élevé, et le vert à un

niveau d’expression faible.

5.2.6 Utilisation d’autres algorithmes de prédiction de survie

Dans ce manuscrit, nous nous sommes focalisés sur le modèle de Cox multivarié.

D’autres algorithmes existent, et il serait intéressant de les comparer sur différents types

de données (i.e. différents cancers, données réelles et simulées). Par exemple, nous avons

appliqué un algorithme de « forêts aléatoires » [PROBST et collab., 2018] sur les données

miRNA-seq que nous avons analysé au chapitre 4 et calculé 50 C-index par 10 répéti-

tions d’une validation croisée (K=5). Ces méthodes ne reposent sur aucun modèle para-

métrique et peuvent être plus flexibles que le modèle de Cox pour s’adapter à des données

réelles. Néanmoins, les résultats obtenus sont équivalents ou moins bons que ceux obte-

nus avec le modèle de Cox pénalisé (ridge) (Fig. 5.6).

En plus des arbres aléatoires, d’autres approches existent comme la régression des

moindres carrés partiels [BASTIEN et collab., 2015; CHUN et KELEŞ, 2010], et elles mérite-

raient d’être investiguées et comparées.

L’utilisation de données multi-omiques peut permettre une meilleure classification

des patients en sous-types de cancer [DE MEULDER et collab., 2018]. Dans la prochaine

partie, nous nous focaliserons sur l’intégration des données multi-omiques pour prédire

la survie.
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FIGURE 5.6 – C-index obtenus avec le modèle de Cox pénalisé (ridge, bleu) et un algorithme de
forêts aléatoires (jaune) sur les données miRNA-seq.

Nous calculons les C-index par 10 répétitions du validation croisée (K=5), et nous
indiquons le niveau de significativité d’un test de Wilcoxon en haut du graphique.
n.s. : non-significatif ; + : p-valeur < 0,1 ; * : p-valeur < 0,05 ; ** : p-valeur < 0,01 ; *** :

p-valeur < 0,001.

5.2.7 Intégration de données « multi-omiques » pour prédire la survie

Dans ce manuscrit, nous nous sommes intéressés au niveau d’expression des gènes

(ARNm et miARN) grâce à la technologie RNA-seq (partie 1.3), mais d’autres types de

données sont également mesurables. Par exemple, la méthylation de l’ADN consiste en

l’ajout d’un groupement méthyle sur un nucléotide et permet l’activation ou la répres-

sion des gènes. Ce processus joue un rôle important dans le cancer [WANG et LEI, 2018].

De plus, la variabilité du nombre de copies d’un gène (Copy Number Variation, CNV) cor-

respond à la présence de plusieurs copies d’un même gène dans le génome, et demeure

aussi impliqué dans le cancer [ZHANG et collab., 2016].

Les analyses multi-omiques consistent en l’intégration de différents types de données

omiques. La prédiction de la survie à partir de données multi-omiques demeure un pan

actif de la recherche, et de nombreuses méthodes existent [WU et collab., 2019]. Diffé-

rentes stratégies peuvent être adoptées pour l’intégration des différents types de don-

nées : les données peuvent être concaténées pour former une unique matrice (intégration

« précoce »), ou analysées séparément puis assemblées (intégration « tardive ») [RAPPO-

PORT et SHAMIR, 2018].

Cependant, la valeur ajoutée des données multi-omiques par rapport aux données

omiques analysées séparément ne fait pas consensus. Par exemple, ZHAO et collab. [2015]

ont montré que parmi les données de méthylation, de CNV, d’ARNm et de miARN, les

données d’ARNm associées aux données cliniques obtiennent des prédictions meilleures

ou équivalentes à celles observées avec l’ensemble des types de données. Ce résultat a

cependant été observé sur uniquement quatre cancers de TCGA, et avec une méthodolo-

gie précise. Ainsi, pour répondre à ces questions (i.e. intérêt des données multi-omiques

pour prédire la survie et comparaison de méthodes), HERRMANN et collab. [2020] ont ana-

lysés 18 cancers de TCGA et 11 méthodes d’intégration de données. Les résultats diffèrent
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suivant les jeux de données et la métrique utilisée (i.e. C-index, IBS), mais la méthode

blockForest [HORNUNG et WRIGHT, 2019] obtient en moyenne les meilleurs résultats.

Cependant, les prédictions obtenues avec cette méthode sont seulement très légèrement

supérieures à celles obtenues avec uniquement les données cliniques.

D’autres modèles, comme les méthodes à noyaux ZHU et collab. [2017] ou les réseaux

de neurones profonds [HUANG et collab., 2019] peuvent être envisagées pour l’intégration

de données multi-omiques.

5.3 Conclusions pratiques

Finalement, nous recommandons l’utilisation du pré-filtrage bi-dimensionnel (i.e. sur

la p-valeur du modèle de Cox univarié et l’écart-interquartile de chaque gène) puis de la

pénalisation elastic net dans un modèle multivarié.

Ensuite, les données mRNA-seq peuvent aider aux pronostics des patients par rapport

aux données cliniques classiques (parties 2.3 et 4.4). Cependant, les coûts sont encore

élevés pour ue utilisation routinière (partie 4.1.3), et l’utilisation de variables cliniques

spécifiques au cancer étudié pourrait permettre d’obtenir des prédictions équivalentes à

celles obtenues avec les variables génomiques.

Ainsi, nous recommandons le développement de scores de risques basés sur des va-

riables cliniques classiques et spécifiques du cancer étudié, et de les comparés aux scores

classiquement utilisés en clinique. Dans cette optique, le modèle de Cox semble une ap-

proche intéressante car elle permet de prendre en compte des variables catégorielles et

quantitatives et obtient de bons résultats en pratique. De plus, nous encourageons la prise

en compte de connaissances cliniques et biologiques spécifiques de la maladie dans l’éla-

boration des modèles prédictifs. Dans cette optique, des collaborations entre biologistes,

cliniciens, et bio-informaticiens sont essentiels et peuvent aboutir à de réels bénéfices

pour les patients.

Les prédictions oracles sont loin d’être atteintes par le modèle de Cox pénalisé dans les

simulations. De plus, il apparaît difficile d’évaluer si les prédictions maximales que l’on

peut extraire des données réelles sont atteintes, ou si elles peuvent être améliorées par

l’élaboration de nouvelles méthodes. Nous préconisons ainsi l’utilisation de simulations

permettant de comparer les prédictions oracles aux prédictions obtenues par les modèles.

Enfin, bien que les coûts de la technologie RNA-seq aient diminué drastiquement au

cours de la dernière décennie, ils restent élevés et demeurent une limitation importante

à l’utilisation de données transcriptomiques en clinique et en recherche. Nous encou-

rageons ainsi l’étude de l’impact de la réduction de la qualité des données (et donc des

coûts) sur les prédictions pour un ensemble plus large de données génomiques et de mé-

thodes. L’objectif est d’optimiser les prédictions et le nombre d’échantillons séquencés

sous contrainte de coûts.
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FIGURE A.1 – P-valeurs médianes du modèle de Cox univarié (−l og10) obtenues avec λ.min et
λ.1se pour les quatre pénalisations et l’ensemble des 26 cancers de TCGA étudiés.

Nous avons calculé les indices pronostiques par 10 répétitions d’une validation croisée
(K=5). La médiane des 50 p-valeurs du modèle de Cox univarié (−log10) est affichée ici

pour chaque cancer.
(A) Ridge, (B) lasso, (C) elastic net (EN), (D) adaptive elastic net (AEN).
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FIGURE A.2 – IBS obtenus avec λ.min et λ.1se pour les quatre pénalisations et l’ensemble des 26
cancers de TCGA étudiés.

Nous avons calculé les indices pronostiques par 10 répétitions d’une validation croisée
(K=5). La médiane des 50 IBS est affichée ici pour chaque cancer.

(A) Ridge, (B) lasso, (C) elastic net (EN), (D) adaptive elastic net (AEN).
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FIGURE A.3 – C-index (A), p-valeurs (B), et IBS (C) obtenus avec les données mRNA-seq.
Pour chaque cancer et chaque méthode de pénalisation, nous calculons les 50 C-index,

p-valeurs, et IBS par 10 répétitions d’une validation croisée (K=5) sur l’ensemble des
gènes. Les boites représentent les C-index (A), p-valeurs (-log10) (B), et IBS (C) obtenus

avec λmin, et les croix rouges représentent le C-index (A), p-valeurs (-log10) (B), et IBS (C)
médians obtenus avec λ1se.

Les nombres de patients dans les jeux de données sont notés en noir en bas du
graphique A.

Les 16 cancers qui ont le plus faible C-index médian calculé avec la pénalisation ridge
sont présentés. Les résultats obtenus pour les 10 autres cancers étudiés sont dans le

corps du texte (Fig. 2.3).
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FIGURE A.4 – Nombre de gènes sélectionnés (A), temps de calcul médian (s) (B), et nombre d’er-
reurs dans le calcul du C-index avec λmin (C) des méthodes de pénalisation obtenus avec les
données mRNA-seq.
Pour chaque cancer et chaque méthode de pénalisation, nous apprenons 50 modèles par
10 répétitions d’une validation croisée (K=5) sur l’ensemble des gènes. Pour chacun des

50 apprentissages, le nombre de gènes sélectionnés (A) et le temps de calcul (B) sont
calculés. Les croix rouges dans le graphique A représentent le nombre de gènes

sélectionnés avec λ1se médian.
Les nombres de patients dans les jeux de données sont notés en noir en bas du

graphique A.
Les 16 cancers qui ont le plus faible C-index médian calculé avec la pénalisation ridge

sont présentés. Les résultats obtenus pour les 10 autres cancers étudiés sont dans le
corps du texte (Fig. 2.4).
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FIGURE A.5 – C-index obtenus avec les données cliniques, mRNA-seq, et en mixant les deux types
de données.
Pour chaque cancer, 50 C-index sont calculés en utilisant 6 variables cliniques classiques
(âge, genre, grade, T, N, M - rouge) lorsqu’elles sont disponibles, les données mRNA-seq

(bleu), et en mixant les deux types de données (i.e. les 6 variables cliniques et l’indice
pronostique calculé avec les données mRNA-seq sont utilisés - violet). Pour chaque cas,

les 50 C-index sont calculés par 10 répétitions d’une validation croisée (K=5).
L’âge est disponible pour tous les cancers, le genre pour les 8 cancers non unisexe (i.e.

CESC et UCEC sont des cancers touchant uniquement les femmes, et PRAD uniquement
les hommes). Les lettres rouges en bas du graphique indique la présence ou non des

autres variables cliniques (G : grade, T : « Tumor », N : « Node », M : « Metastasis »).
Les p-valeurs d’un test de Wilcoxon unilatéral corrigées par la méthode de

Benjamini-Hochberg suivant l’ensemble des 26 cancers permettant d’observer si le
C-index médian obtenu avec le mixte des données cliniques et miRNA-seq (violet) est

significativement supérieur à celui obtenu avec uniquement les données cliniques
(rouge) sont indiquées en violet sous forme d’étoiles suivant le niveau de significativité

(légende ci-dessous).
n.s : non-significatif ; + : p-valeur < 0,1 ; * : p-valeur < 0,05 ; ** : p-valeur < 0,01 ; *** :

p-valeur < 0,001.
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FIGURE A.6 – Médianes des p-valeurs du modèle de Cox univarié (-log10) (A) et des IBS (B) obte-
nus pour différents paramètres de simulations contenant la même quantité d’information pour
les 26 cancers de TCGA étudiés - données simulées.
Les C-index médians sont obtenus avec N = 1 000 et σ = 0.1 en ordonnée, et avec N = 10 et

σ = 1 en abscisse. La droite d’équation y = x est tracée en pointillée.
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FIGURE A.7 – Différences médianes entre les p-valeurs oracles (-log10) et estimées en fonction
du nombre de patients (A) et du taux de censure (B) pour l’ensemble des 26 cancers étudiés.

Les corrélations et les niveau de significativité d’un test de Spearman sont indiqués en
haut des graphiques. (*** : p-valeur < 0,001 ; n.s. : non significatif).

Les différences médianes sont calculées sur l’ensemble des simulations
(σ = 0,1;0,25;0,5;1 et N = 10;25;50;100;1 000).
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TABLEAU A.1 – Différences médianes entre les p-valeurs oracles du modèle de Cox univarié (-
log10) et estimés par le modèle de Cox pénalisé pour les 26 cancers de TCGA étudiés.
Les médianes sont calculées pour chaque paramètres de simulation (σ = 0,1;0,25;0,5;1 et N =
10;25;50;100).

Cancer ridge lasso EN AEN
ACC 1.4 1.8 1.7 1.5
BLCA 9.9 7.2 8 7.1
BRCA 11 7.5 8.7 7.5
CESC 4.8 5.2 4.9 4.3
COAD 8 6.6 7.2 6.1
ESCA 4.9 5.4 5.1 4.3
GBM 6 5.8 6 5.4
HNSC 12 7.7 8.7 7.2
KIRC 7.9 5.8 6.2 5.5
KIRP 3 3.4 3.3 2.9
LAML 4.5 4.6 4.6 4.3
LGG 8.9 6 6.7 5.9
LIHC 7.2 6.2 6.5 5.7
LUAD 10 7.4 8.2 7
LUSC 12 7.8 9 8
MESO 3.2 3.5 3.4 3.2
OV 11 8.3 9.3 7.8
PAAD 4.2 4.5 4.4 3.8
PRAD 7.8 6.4 6.8 5.9
READ 3 3.4 3.3 2.9
STAD 8.3 6.2 7 6.1
TGCT 2.5 3 2.9 2.5
THCA 9 7.1 8 6.4
THYM 1.9 2.4 2.3 1.9
UCEC 9.1 6.5 7.4 6.1
UVM 1.1 1.4 1.3 1.2
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TABLEAU A.2 – Différences moyennes entre les IBS estimés par le modèle de Cox pénalisé et les
IBS orocles pour les 16 cancers de TCGA étudiés.
Les médianes sont calculées pour chaque paramètres de simulation (σ = 0,1;0,25;0,5;1 et N =
10;25;50;100).

Cancer ridge lasso EN AEN
ACC 0.067 0.089 0.083 0.099
BLCA 0.067 0.05 0.053 0.054
BRCA 0.036 0.021 0.025 0.027
CESC 0.062 0.065 0.062 0.067
COAD 0.06 0.047 0.05 0.055
ESCA 0.082 0.085 0.082 0.085
GBM 0.046 0.043 0.044 0.043
HNSC 0.064 0.04 0.046 0.046
KIRC 0.045 0.033 0.034 0.036
KIRP 0.046 0.047 0.047 0.051
LAML 0.058 0.06 0.058 0.061
LGG 0.046 0.033 0.037 0.038
LIHC 0.06 0.053 0.054 0.057
LUAD 0.061 0.041 0.045 0.047
LUSC 0.071 0.044 0.048 0.052
MESO 0.032 0.035 0.033 0.037
OV 0.067 0.046 0.051 0.048
PAAD 0.06 0.062 0.06 0.061
PRAD 0.048 0.038 0.04 0.043
READ 0.076 0.081 0.081 0.091
STAD 0.063 0.046 0.049 0.054
TGCT 0.07 0.073 0.073 0.083
THCA 0.051 0.037 0.041 0.038
THYM 0.053 0.063 0.058 0.065
UCEC 0.057 0.035 0.041 0.044
UVM 0.057 0.074 0.07 0.082
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FIGURE A.8 – Différences médianes entre les IBS estimés et oracles en fonction du nombre de
patients (A) et du taux de censure (B) pour l’ensemble des 26 cancers étudiés.

Les corrélations et les niveau de significativité d’un test de Spearman sont indiqués en
haut des graphiques. (*** : p-valeur < 0,001 ; n.s. : non significatif).

Les différences médianes sont calculées sur l’ensemble des simulations
(σ = 0,1;0,25;0,5;1 et N = 10;25;50;100;1 000).
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FIGURE A.9 – Stabilité des gènes sélectionnés.
Pourcentage de gènes sélectionnés en commun dans deux sous-jeux de données

comportant chacun 50% des patients. Les boxplots sont les résultats obtenus avec λmin,
et les croix rouges sont les résultats obtenus avec λ1se.

Les 16 cancers qui ont le plus faible C-index médian calculé avec la pénalisation ridge
sont présentés. Les résultats obtenus pour les 10 autres cancers étudiés sont placés dans

le corps du texte (Fig. 2.14).
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TABLEAU A.3 – Différences médianes entre les p-valeurs (-log10) obtenues si la vérité terrain
était connue et les p-valeurs (-log10) estimées pour les 26 cancers de TCGA et les quatre pénali-
sations étudiées.
EN : elastic net ; AEN : adaptive elastic net.

Cancer ridge lasso EN AEN
ACC 0.17 0.28 0.33 0.22
BLCA 4.9 2.8 3.6 2.9
BRCA 6.1 3 3.9 3.1
CESC 1.7 1.6 1.6 1.4
COAD 3.1 2.2 2.6 2
ESCA 1.7 1.6 1.9 1.2
GBM 1.6 1.7 2.1 1.5
HNSC 6.6 3.4 4.3 3.4
KIRC 3.7 2.2 2.9 2.5
KIRP 0.95 1.1 1.2 0.95
LAML 0.95 1.2 1.4 0.91
LGG 4 2.5 3 2.5
LIHC 3 2 2.5 2
LUAD 5.3 3.2 3.9 3.2
LUSC 7.6 3.5 4.7 3.6
MESO 0.57 0.74 0.79 0.67
OV 6 3.3 4.5 3.2
PAAD 1.4 1 1.2 1.1
PRAD 2.8 2.1 2.3 2
READ 0.83 0.84 0.89 0.7
STAD 4.4 2.6 3.5 2.8
TGCT 0.31 0.61 0.71 0.53
THCA 4.6 3.2 4 2.9
THYM 0.19 0.33 0.3 0.26
UCEC 3.2 2.4 2.7 2.2
UVM 0.064 0.2 0.2 0.18
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TABLEAU A.4 – Différences médianes entre les IBS obtenus si la vérité terrain était connue et les
IBS estimées pour les 26 cancers de TCGA et les quatre pénalisations étudiées.
EN : elastic net ; AEN : adaptive elastic net.

Cancer ridge lasso EN AEN
ACC 0.017 0.025 0.029 0.041
BLCA 0.043 0.024 0.03 0.033
BRCA 0.025 0.01 0.014 0.016
CESC 0.033 0.024 0.027 0.033
COAD 0.032 0.019 0.024 0.027
ESCA 0.039 0.033 0.036 0.037
GBM 0.017 0.015 0.017 0.018
HNSC 0.042 0.019 0.025 0.025
KIRC 0.028 0.015 0.019 0.021
KIRP 0.018 0.019 0.019 0.024
LAML 0.021 0.019 0.023 0.022
LGG 0.025 0.015 0.019 0.02
LIHC 0.035 0.021 0.026 0.03
LUAD 0.038 0.019 0.025 0.026
LUSC 0.051 0.021 0.028 0.029
MESO 0.0085 0.0093 0.0093 0.013
OV 0.041 0.02 0.025 0.025
PAAD 0.021 0.016 0.02 0.024
PRAD 0.023 0.015 0.018 0.022
READ 0.03 0.028 0.031 0.041
STAD 0.04 0.022 0.027 0.032
TGCT 0.018 0.025 0.029 0.039
THCA 0.028 0.016 0.022 0.02
THYM 0.0098 0.014 0.013 0.023
UCEC 0.031 0.017 0.021 0.024
UVM 0.0078 0.019 0.017 0.026
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A.2 Chapitre 3

TABLEAU A.5 – Augmetation médiane de l’opposé du log10 de la p-valeur du modèle de Cox uni-
varié après pré-filtrage et niveau de significativité pour les 26 cancers étudiés.
Les p-valeurs sont calculées par un test des rangs signés de Wilcoxon unilatéral, et corrigées par la
méthode de Benjamini-Hochberg pour chacune des méthodes.

cancer ridge lasso EN AEN cancer ridge lasso EN AEN
ACC 0.29 0 0.11 0.29 LGG 0.14 0.41 0.67 1

*** n.s. n.s. ** n.s. ** *** ***
BLCA 0.074 0.52 0.35 0.21 LIHC 0.096 0.15 0.15 0.17

n.s. *** *** + * * * n.s.
BRCA 0.41 0.62 0.57 0.52 LUAD 0.01 0.29 0 0.15

*** *** *** *** n.s. * n.s. n.s.
CESC 0.12 0.65 0.034 0 MESO 0 0.29 0.14 0.37

* *** n.s. n.s. n.s. ** * **
HNSC 0.2 0.064 0.27 0.22 PAAD 0.23 0.53 0.25 0.14

n.s. n.s. * n.s. *** *** * n.s.
KIRC 0.17 0.31 0.12 0.48 PRAD 0.044 0.28 0 0.46

+ + * ** n.s. ** n.s. ***
KIRP 0 0 0.063 0.039 UCEC 0.13 0.065 0.09 0.13

n.s. n.s. * + n.s. n.s. n.s. n.s.
LAML 0.17 0.5 0.41 0.31 UVM 0.22 0 0.058 0

** *** *** ** ** n.s. + n.s.

TABLEAU A.6 – Diminution médiane de l’IBS après pré-filtrage et niveau de significativité pour
les 26 cancers étudiés.
Les p-valeurs sont calculées par un test des rangs signés de Wilcoxon unilatéral, et corrigées par la
méthode de Benjamini-Hochberg pour chacune des méthodes.

cancer ridge lasso EN AEN cancer ridge lasso EN AEN
ACC 0.017 0.0038 0.0023 0.05 LGG 0 0.0037 0.00049 0.015

*** n.s. n.s. *** n.s. n.s. n.s. ***
BLCA 0.011 0.022 0.017 0.045 LIHC 0.0075 0 0.012 0.027

* *** *** *** n.s. n.s. * ***
BRCA 0.017 0.014 0.015 0.035 LUAD 0.015 0 0 0.029

** * ** *** *** n.s. n.s. ***
CESC 0.0099 0 0 0 MESO 0 0.0029 0 0.0042

** n.s. n.s. n.s. n.s. n.s. n.s. +
HNSC 0.0084 0.013 0.00057 0.013 PAAD 0.011 0.013 0.013 0.023

* * n.s. ** ** * ** ***
KIRC 0 0.0053 0.0037 0.0077 PRAD 0.0056 0.0061 0.0024 0.031

n.s. + *** * ** n.s. n.s. ***
KIRP 0.0037 0 0.0022 0 UCEC 0.019 0.011 0.034 0.045

+ n.s. n.s. n.s. ** + *** ***
LAML 0.012 0.029 0.033 0.04 UVM 0.025 0.012 0.019 0.041

* *** *** *** *** n.s. ** **
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FIGURE A.10 – P-valeurs (-log10) (A) et IBS (B) obtenus après prè-filtrage pour les quatre mé-
thodes de pénalisation (i.e. ridge, lasso, elastic net et adaptive elastic net) et 16 cancers de TCGA.

Les cancers sont classés par ordre décroissant du C-index médian calculé avec la
pénalisation ridge.

ACC

BLCA

BRCA

CESC

HNSC

KIRC

KIRP

LAML

LGG

LIHC
LUAD

MESO

PAAD

PRAD

UCEC

UVM
0.0

0.5

1.0

1.5

2.0

0.00 0.25 0.50 0.75 1.00
Seuil (p−valeur)

S
eu

il 
(E

I)

p−valeur

A

ACC

BLCA

BRCA

CESC

HNSC
KIRC

KIRP

LAML

LGG

LIHC

LUAD MESO

PAAD

PRAD

UCEC

UVM

0.0

0.5

1.0

1.5

2.0

2.5

0.00 0.25 0.50 0.75 1.00
Seuil (p−valeur)

S
eu

il 
(E

I)

IBS

B

FIGURE A.11 – Seuils optimaux pour la pénalisation elastic net, l’ensemble des 26 cancers, et la
p-valeur du modèle de Cox univarié (A) et l’IBS (B).
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FIGURE A.12 – P-valeurs du modèle de Cox univarié (-log10) (A) et IBS (B) obtenus sans pré-
filtrage (gris), avec le pré-filtrage bi-dimensionnel et la pénalisation elastic net (vert), et avec
l’algorithme ISIS (rouge) pour 16 cancers de TCGA.
Dans chaque cas, les métriques sont calculées par 10 répétitions d’une validation croisée

(K=5). Les nombres rouges et verts indiquent le nombre de gènes après filtrage par la
méthode ISIS et bi-dimensionnelle, respectivement. Les p-valeurs corrigées par la

méthodes de Benjamini-Hochberg permettant de tester si la métrique médiane obtenue
avec les deux méthodes sont significativement différente (vert : les prédictions médianes

sont meilleures avec le filtrage bi-dimensionnel, rouge : les prédictions médianes sont
meilleures avec la méthode ISIS).

n.s. : non-significatif ; + : p-valeur < 0,1 ; * : p-valeur < 0,05 ; ** : p-valeur < 0,01 ; *** :
p-valeur < 0,001.
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A.3 Chapitre 4
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FIGURE A.13 – Tailles des librairies pour 25 cancers de TCGA obtenues avec les données RNA-seq
pour les mARN.
Les 11 cancers dont le nom est écrit en rouge sont ceux qui sont étudiés dans le chapitre
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FIGURE A.14 – Impact de la dégradation de la taille des banques des données mRNA-seq sur le
nombre de gènes détectés (A) et leur niveau d’expression (B) pour KIRC.

(A) Les données brutes sont dégradées suivant 5 facteurs différents (1, 10, 100, 1 000,
10 000, 100 000 - abscisse), et le nombre de gènes détectés est calculé (ordonnée).

(B) Densité (estimation de la distribution) du niveau d’expression de l’ensemble des
gènes (bleu), et des gènes détectes après dégradation d’un facteur 10 000 (jaune) pour

l’ensemble des patients. Les données de comptage sont normalisées (log2-CPM) dans les
deux cas.
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** * * *** ** ** *** * *** *** ***
n.s. n.s. n.s. n.s. n.s. n.s. n.s. n.s. n.s. n.s. n.s.
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FIGURE A.15 – Cause de la diminution des capacités de prédiction induite par la dégradation des
données mRNA-seq des 11 cancers étudiés.

Boxplot des C-index obtenus avec les données miRNA-seq pour un facteur de
dégradation de 10 000 (vert), sans dégradation (bleu), et sans dégradation mais avec

uniquement les gènes détectés après dégradation d’un facteur 10 000 (jaune). Le nombre
de gènes détectés après dégradation d’un facteur 10 000 est indiqué en noir en bas du
graphique pour chaque cancer. Pour chaque scénario, 50 C-index sont calculés par 10

répétitions d’une validation croisée (K=5).
Les p-valeurs corrigées par la méthode de Benjamini-Hochberg d’un test de Wilcoxon

unilatéral permettant de tester si le C-index médian obtenu dans le « scénario jaune » est
significativement plus grand que celui obtenu dans le « scénario vert » sont indiquées

sous forme d’étoiles vertes en haut du graphique.
Les p-valeurs corrigées par la méthode de Benjamini-Hochberg d’un test de Wilcoxon

unilatéral permettant de tester si le C-index médian obtenu dans le « scénario bleu » est
significativement plus grand que celui obtenu dans le « scénario jaune » sont indiquées

sous forme d’étoiles bleues en haut du graphique.
n.s. : non-significatif ; + : p-valeur < 0,1 ; * : p-valeur < 0,05 ; ** : p-valeur < 0,01 ; *** :

p-valeur < 0,001.
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Liste des acronymes

ADN acide désoxyribonucléique. 6, I

AEN Adaptive Elastic Net. 29

ARN acide ribonucléique. 6, I

BS score de Brier - Brier Score -. 25

CPM Count Per Million. 12

EI Écart Interquartile. 93

EN Elastic Net. 29

FDP False Discovery Proportion. 48

IBS score de Brier intégré - Integrated Brier Score -. 26

INCa Institut National du Cancer. 3, 4, XIX

INSERM Institut National de la Santé et de la Recherche Médicale. 5, XIX

ISIS Iterative Sure Independance Screening. 102

NCI National Cancer Institute. 15

NHGRI National Human Genome Research Institute. 15

OMS Organisation Mondiale de la Santé. 3

PI indice pronostique - prognostic index -. 21, 23

TCGA The Cancer Genome Atlas. 15

VST Variance Stabilizing Transformation. 95
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Annexe C

Glossaire

biomarqueur (définition INSERM) Molécule (enzyme, hormone, métabolite, etc.), voire

un type de cellule, dont la présence ou la concentration anormale dans le sang ou

les urines signale un évènement ou un statut physiologique particulier. 5

cancer (définition (INCa) Maladie provoquée par la transformation de cellules qui de-

viennent anormales et prolifèrent de façon excessive. Ces cellules déréglées finissent

par former une masse qu’on appelle tumeur maligne. 4

censure donnée de survie pour laquelle l’évènement étudié (i.e., décès du patient ou

nouvel évènement associé à la tumeur) n’est pas observée au cours du suivi. 17,

I

hétérogénéité inter-tumorale hétérogénéité des caractéristiques génétiques et phéno-

typiques des tumeurs entre les patients. 4

hétérogénéité intra-tumorale hétérogénéité des caractéristiques génétiques et phéno-

typiques au sein d’une même tumeur. 4

malédiction de la grande dimension apparition de phénomènes qui ont lieu lorsque le

nombre p de variables excède le nombre n de patients. La dimension de l’espace

dans lequel « vivent » les variables devient alors si grand que les données paraissent

éparses et éloignées. Il devient alors difficile de dégager des généralités, et de nom-

breux algorithmes statistiques classiques sont mis à mal par un tel passage à l’échelle.

28

médecine stratifiée approche thérapeutique où l’objectif est de sélectionner les patients

auxquels administrer un traitement en fonction d’un marqueur prédictif, afin de ne

traiter que la sous-population susceptible de recevoir un bénéfice du traitement. 5

microenvironnement tumoral environnement (cellules, vaisseaux sanguins, molécules)

autour de la tumeur. 4

oncogènes gènes dont l’expression favorisent la survenue et le développement des tu-

meurs. 7
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profondeur de séquençage nombre de lectures alignées sur le génome de référence lors

de la mesure du niveau d’expression des gènes par la technologie RNA-seq. 11

RNA-Seq technologie permettant de mesurer le niveau d’expression des gènes. 8

survie globale temps entre le dignostic et le décès. 5

survie sans progression temps entre le dignostic et l’apparitiond’un nouvel évènement

associé au cancer (récidive ou progression loco-régionale, l’apparation de méta-

stases, ou décès du patient avec présence de la tumeur ou de méta-stases). 5

temps de censure temps entre le diagnostic et la censure. 17

temps de suivi temps entre le diagnostic et la fin de l’étude (censure ou observation de

l’évènement). 17

temps de survie temps entre le diagnostic et l’évènement étudié (décès, récidive, nouvel

évènement associé à la tumeur...). 5

transcription copie simple brin d’un segment particulier de l’ADN, un gène, en ARN

dans le noyau de la cellule. 6
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Résumé

Le cancer constitue la première cause de mortalité prématurée (décès avant 65 ans) en France depuis 2004. Pour
un même organe, chaque cancer est unique, et le pronostic personnalisé est donc un aspect important de la prise en
charge et du suivi des patients. La baisse des coûts du séquençage des ARN a permis de mesurer à large échelle les
profils moléculaires de nombreux échantillons tumoraux. Ainsi, la base de données TCGA fournit les données RNA-seq
de tumeurs, des données cliniques (âge, sexe, grade, stade, etc.), et les temps de suivi des patients associés sur plusieurs
années (dont la survie du patient, la récidive éventuelle, etc.). De nouvelles découvertes sont donc rendues possibles
en terme de biomarqueurs construits à partir de données transcriptomiques, avec des pronostics individualisés. Ces
avancées requièrent le développement de méthodes d’analyse de données en grande dimension adaptées à la prise en
compte à la fois des données de survie (censurées à droite), des caractéristiques cliniques, et des profils moléculaires
des patients. Dans ce contexte, l’objet principal de la thèse consiste à comparer et adapter des méthodologies pour
construire des scores de risques pronostiques de la survie ou de la récidive des patients atteints de cancer à partir de
données de séquençage et cliniques.

Le modèle de Cox (semi-paramétrique) est largement utilisé pour modéliser ces données de survie, et permet de
les relier à des variables explicatives. Les données RNA-seq de TCGA contiennent plus de 20 000 gènes pour seulement
quelques centaines de patients. Le nombre p de variables excède alors le nombre n de patients, et l’estimation des pa-
ramètres est soumis à la « malédiction de la dimension ». Les deux principales stratégies permettant de remédier à cela
sont les méthodes de pénalisation et le pré-filtrage des gènes. Ainsi, le premier objectif de cette thèse est de comparer
les méthodes de pénalisations classiques du modèle de Cox (i.e. ridge, lasso, elastic net, adaptive elastic net). Pour cela,
nous utilisons des données réelles et simulées permettant de contrôler la quantité d’information contenue dans les don-
nées transcriptomiques. Ensuite, la deuxième problématique abordée concerne le pré-filtrage univarié des gènes avant
l’utilisation d’un modèle de Cox multivarié. Nous proposons une méthodologie permettant d’augmenter la stabilité des
gènes sélectionnés, et de choisir les seuils de filtrage en optimisant les prédictions. Enfin, bien que le coût du séquençage
(RNA-seq) ait diminué drastiquement au cours de la dernière décennie, il reste trop élevé pour une utilisation routinière
en pratique. Dans une dernière partie, nous montrons que la profondeur de séquençage des miARN peut être réduite
sans atténuer la qualité des prédictions pour certains cancers de TCGA, mais pas pour d’autres.

Mots-clés : Cancer, Prédiction, Modèle de Cox, Régression pénalisée, Données de survie, RNA-seq.

Abstract

Cancer has been the leading cause of premature mortality (death before the age of 65) in France since 2004. For the
same organ, each cancer is unique, and personalized prognosis is therefore an important aspect of patient management
and follow-up. The decrease in sequencing costs over the last decade have made it possible to measure the molecular
profiles of many tumors on a large scale. Thus, the TCGA database provides RNA-seq data of tumors, clinical data (age,
sex, grade, stage, etc.), and follow-up times of associated patients over several years (including patient survival, pos-
sible recurrence, etc.). New discoveries are thus made possible in terms of biomarkers built from transcriptomic data,
with individualized prognoses. These advances require the development of large-scale data analysis methods adapted
to take into account both survival data (right-censored), clinical characteristics, and molecular profiles of patients. In
this context, the main goal of the thesis is to compare and adapt methodologies to construct prognostic risk scores for
survival or recurrence of patients with cancer from sequencing and clinical data.

The Cox model (semi-parametric) is widely used to model these survival data, and allows linking them to explanatory
variables. The RNA-seq data from TCGA contain more than 20,000 genes for only a few hundred patients. The number p
of variables then exceeds the number n of patients, and parameters estimation is subject to the « curse of dimensiona-
lity ». The two main strategies to overcome this issue are penalty methods and gene pre-filtering. Thus, the first objective
of this thesis is to compare the classical penalization methods of Cox’s model (i.e. ridge, lasso, elastic net, adaptive elastic
net). To this end, we use real and simulated data to control the amount of information contained in the transcriptomic
data. Then, the second issue addressed concerns the univariate pre-filtering of genes before using a multivariate Cox
model. We propose a methodology to increase the stability of the genes selected, and to choose the filtering thresholds
by optimizing the predictions. Finally, although the cost of sequencing (RNA-seq) has decreased drastically over the last
decade, it remains too high for routine use in practice. In a final section, we show that the sequencing depth of miRNAs
can be reduced without degrading the quality of predictions for some TCGA cancers, but not for others.

Keywords : Cancer, Prediction, Cox model, Penalized regression, Survival data, RNA-seq.
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