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Résumé

Apprendre un nouveau sport, ou un métier manuel est complexe. En effet, de nom-
breux gestes doivent être assimilés afin d’atteindre un bon niveau de compétences.
Cependant, l’apprentissage de ces gestes ne peut se faire seul. En effet, il est néces-
saire de voir la réalisation du geste d’un œil expert afin d’indiquer les corrections
pour s’améliorer. Or les experts, que ce soit en sport ou dans les métiers manuels,
sont peu disponibles pour analyser et évaluer les gestes d’un novice.

Afin d’aider les experts dans cette tâche d’analyse, il est possible de dévelop-
per des coachs virtuels. Selon les domaines, le coach va posséder plus ou moins
de compétences, mais une évaluation selon des critères précis est toujours à pri-
vilégier. Fournir un retour sur les erreurs commises est également essentiel pour
l’apprentissage d’un novice.

Dans cette thèse, différentes solutions pour développer des coachs virtuels les
plus efficaces possibles sont proposées.
Dans un premier temps, et comme évoqué précédemment, il est nécessaire d’éva-
luer les gestes. Dans cette optique, un premier travail a consisté à comprendre
les enjeux de l’analyse de gestes automatique, afin de développer un algorithme
d’évaluation automatique qui soit le plus performant possible. Par la suite, deux
algorithmes d’évaluation automatique de la qualité de gestes sont proposés. Ces
deux algorithmes fondés sur l’apprentissage profond, ont par la suite été testés sur
deux bases de données de gestes différentes afin d’évaluer leur généricité.

Une fois l’évaluation réalisée, il est nécessaire de fournir un retour d’informa-
tion pertinent à l’apprenant sur ses erreurs. Afin de garder une continuité dans
les travaux réalisés, ce retour est également fondés sur les réseaux de neurones et
l’apprentissage profond. En s’inspirant des méthodes d’explicabilité de réseaux de
neurones, une méthode a été développée. Elle permet de remonter aux instants
du gestes où des erreurs ont été commises selon le modèle d’évaluation. Enfin
coupler cette méthode à de la segmentation sémantique, permet d’indiquer aux
apprenants quel partie du geste a été mal réalisée, mais également de lui fournir
des statistiques et une courbe d’apprentissage.

Mots-clés : Analyse de Gestes, Apprentissage Profond, Évaluation Automa-
tique de la Qualité d’un Geste, Retour d’Information, Segmentation Sémantique



Abstract

Learning a new sport or manual work is complex. Indeed, many gestures have
to be assimilated in order to reach a good level of skill. However, learning these
gestures cannot be done alone. Indeed, it is necessary to see the gesture execution
with an expert eye in order to indicate corrections for improvement. However,
experts, whether in sports or in manual works, are not always available to analyze
and evaluate a novice’s gesture.

In order to help experts in this task of analysis, it is possible to develop virtual
coaches. Depending on the field, the virtual coach will have more or less skills, but
an evaluation according to precise criteria is always mandatory. Providing feedback
on mistakes is also essential for the learning of a novice.

In this thesis, different solutions for developing the most effective virtual
coaches are proposed.
First of all, and as mentioned above, it is necessary to evaluate the gestures. From
this point of view, a first part consisted in understanding the stakes of automatic
gesture analysis, in order to develop an automatic evaluation algorithm that is as
efficient as possible. Subsequently, two algorithms for automatic quality evaluation
are proposed. These two algorithms, based on deep learning, were then tested on
two different gestures databases in order to evaluate their genericity.

Once the evaluation has been carried out, it is necessary to provide relevant
feedback to the learner on his errors. In order to maintain continuity in the work
carried out, this feedback is also based on neural networks and deep learning.
A method has been developed based on neural network explanability methods. It
allows to go back to the moments of the gestures when errors were made according
to the evaluation model. Finally, coupled with semantic segmentation, this method
makes it possible to indicate to learners which part of the gesture was badly
performed, and to provide them with statistics and a learning curve.

Keywords : Gesture Analysis, Deep Learning, Automatic Quality Assess-
ment, Feedback, Semantic Segmentation
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1.1 Contexte

L’analyse de gestes existe depuis toujours. Nécessaire pour les interactions
sociales, afin de pouvoir décoder les micro-gestes de communication non-verbales,
c’est une tâche que nous réalisons inconsciemment. De plus, après plusieurs années
à pratiquer un sport ou une activité manuelle, il est également facile à un œil avisé
de reconnaître les gestes d’un novice et de prodiguer des conseils afin que cette
personne puisse s’améliorer.

Cependant, analyser ses propres gestes reste complexe. En effet, dans le cadre
d’apprentissage d’un nouveau geste, il est nécessaire de voir la réalisation d’un œil
extérieur afin de pouvoir déceler les erreurs. Or, il est impossible de se voir soi-
même de manière globale, il est donc difficile de faire une auto-évaluation. Même
en regardant un film de sa propre réalisation, déceler des erreurs est complexe et
fournir une correction l’est encore plus. Enfin comme il a été dit précédemment,
il est nécessaire d’avoir des années d’expérience avant de pouvoir noter les erreurs
commises. En effet elles sont souvent complexes à percevoir, de par leur aspect
spatial et temporel (savoir quelle partie du corps est mal placée, ou mal synchro-
nisée avec le reste du corps...). Par exemple, le service au tennis, est un geste qui
peut paraître simple lorsque des experts le réalisent, mais qui demande en réalité
une synchronie parfaite entre le haut et le bas du corps afin de pouvoir réaliser
un service puissant et précis. Ainsi, même si l’auto-évaluation à partir d’une vidéo
est difficile, l’analyse de cette vidéo par un expert est possible. Cependant, avoir
le retour d’un expert dans le domaine est parfois impossible :ils sont souvent très
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demandés et ont donc très peu de temps à accorder à l’évaluation et à l’apprentis-
sage des novices, que ce soit dans le domaine médical, sportif ou encore artistique
(poterie, sculpture).

Pour soulager les experts de cette tâche d’évaluation, il est intéressant de dé-
velopper des coachs virtuels. Les besoins diffèrent selon les domaines, mais il faut
au minimum être capable de fournir un score selon des critères et une échelle pré-
définies. Ensuite, être capable de fournir un retour d’information, que ce soit a
posteriori ou en temps réel, permettrait de créer un coach virtuel qui aurait le
même impact qu’un expert dans l’apprentissage.
Pour créer ce coach virtuel, il est donc nécessaire de développer des méthodes
d’évaluation automatique de la qualité d’un geste et également des méthodes four-
nissent un retour d’information.

1.2 Problématique

Depuis quelques années, l’analyse de geste tend à s’automatiser. En effet, l’évo-
lution et le développement de nouveaux systèmes de capture de mouvement, tels
que la Kinect R© (Microsoft Corporation, Washington, États-Unis) ou des systèmes
moins portables comme l’Optitrack R© (NaturalPoint, Inc., Corvallis, États-Unis),
ont permis de récolter beaucoup de données de gestes de bonne qualité. En parallèle
de l’évolution des systèmes de capture de mouvement, l’apprentissage statistique
a lui aussi bénéficié d’avancées matérielles, permettant de développer des modèles
qui donnent, d’année en année, de meilleurs résultats.

L’analyse de gestes automatique s’est ainsi démocratisée et commence à être
présente dans certaines applications, comme les systèmes de télésurveillance ou les
jeux vidéo. Elle reste cependant un challenge à relever dans de nombreux autres
contextes, de par la complexité des signaux acquis. En effet, le même geste peut être
réalisé à différentes vitesses, amenant à des signaux de longueurs variables qu’il va
falloir comparer. ainsi une grande variabilité temporelle existe. De la même façon,
un même geste peut-être réalisé avec différentes amplitudes, que ce soit à cause de
l’expressivité de la personne le réalisant ou à cause de sa morphologie. Ceci amène
donc également à une grande variabilité spatiale.

Á tout cela s’ajoutent d’autres difficultés inhérentes à l’évaluation de gestes.
En effet, certains gestes sont liés à une tâche mais ne demandent pas une trajectoire
précise. Par exemple, lors d’une suture, le chirurgien a une grande liberté dans la
façon de tenir l’aiguille ou d’approcher de la plaie, sans que cela ait de conséquences
sur la qualité du geste. Comment à partir de la trajectoire de l’aiguille déterminer
automatiquement si le geste est correct ?

Une autre difficulté lorsque l’on s’intéresse aux gestes réside dans la petite taille
des bases de données. En effet, leur acquisition est longue car elle demande de cap-
ter complètement le même geste, réalisé plusieurs fois, par plusieurs personnes. Il
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est également parfois nécessaire d’équiper les personnes avec des marqueurs, actifs
ou non (Optitrack R© par exemple), ce qui complexifie l’acquisition. Enfin, de tels
systèmes d’acquisition sont lourds à mettre en place et difficilement déployables.

L’annotation des bases de données est également un problème difficile. Évaluer
un geste demande d’observer toute sa réalisation. Quelle note donner lorsque le
geste débute bien mais finit mal ? Faut-il annoter le geste indépendamment ou
non de la performance de la tâche à réaliser lorsqu’il y en a une ? Toutes ces
considérations font qu’il existe une grande variabilité dans les annotations, que ce
soit inter- ou intra-annotateur. Cette variabilité, qui peut être considérée comme
un bruit important, rend la tâche d’évaluation automatique encore plus complexe.

1.3 Contributions

Au cours des travaux de cette thèse, nous avons abordé la problématique glo-
bale de l’évaluation automatique de la qualité d’un geste. Ces travaux de recherche
ont pu bénéficier de l’expertise de l’équipe PIRoS (Perception, Interaction et Ro-
botique Sociale) de l’Institut des Systèmes Intelligents et de Robotique (ISIR) qui
s’intéresse depuis de nombreuses années à l’analyse de gestes, notamment dans le
cadre de signaux sociaux [Fang et al., 2016] et plus récemment pour l’évaluation
de la qualité des gestes sportifs comme le tsuki au judo ou le service au tennis
[Morel et al., 2017a].

L’objectif final de ces travaux de recherche est de fournir une approche de bout
en bout, capable de fournir à la fois une note et un retour sur chaque réalisation
de geste. L’idée finale est de mettre en place des coachs virtuels aptes à faciliter
l’apprentissage des gestes, que ce soit dans le cadre professionnel (chirurgiens,
sportifs de haut niveau) ou dans le cadre du loisir (yoga, stretching). Pour parvenir
à mettre en place cette solution, plusieurs sous-problèmes ont été adressés, ce qui
a amené à plusieurs contributions.

Dans un premier temps, nous nous sommes intéressés à l’évaluation de la qua-
lité d’un geste, i.e., fournir une note, ou un score, à chaque réalisation. Nous nous
sommes pour cela tournés vers les réseaux siamois qui, plutôt que de donner une
note à chaque réalisation, comparent deux gestes afin de déterminer le meilleur.
Intuitivement, il parait en effet plus facile de se focaliser sur les différences entre
deux réalisations pour justifier de l’écart de notes. Un inconvénient de ces ré-
seaux est cependant qu’ils n’amènent pas à des notes absolues mais seulement à
un classement des gestes, allant du pire au meilleur. Nous avons ainsi proposé
deux nouvelles architectures, fondées sur ces réseaux, permettant de remédier à ce
problème. Elles permettent, non seulement d’attribuer une note à chaque geste,
mais également d’améliorer le classement des gestes selon leur qualité. Ces deux
architectures ont été validées sur deux bases de données de la littérature corres-
pondant à des applications très différentes (chirurgie et sport) mais également à



4 Introduction Générale

des données très différentes (données cinématiques ou vidéos). Ceci a permis de
valider les méthode proposées dont les résultats dépassent ceux de l’état de l’art
sur ces deux bases.

Dans un second temps, nous avons travaillé sur le retour d’information à four-
nir à l’utilisateur. Il s’agit ici de pouvoir expliquer la note donnée et surtout,
déterminer les erreurs à corriger. Comme la méthode mise en place pour évaluer
le geste est fondée sur les réseaux de neurones, nous nous sommes naturellement
tournés vers les méthodes relatives à l’explicabilité des réseaux et plus particuliè-
rement à celles utilisant le gradient estimé lors de la rétropropagation. Ainsi, en
utilisant le réseau appris, et en calculant le gradient nécessaire pour obtenir la note
maximale, nous pouvons faire évoluer l’entrée de manière à ce que la note attri-
buée évolue progressivement jusqu’à la note parfaite. Les différences entre l’entrée
modifiée et l’entrée initiale permettent alors de remonter aux instants du geste
à corriger. Cette approche a été validée sur des gestes de synthèse où la vérité-
terrain est connue. Elle est assez générique pour s’appliquer à tout type de réseau
convolutionnel et pourra donc être exploitée sur de nombreuses architectures.

Dans une dernière contribution, nous avons proposé de réaliser une segmen-
tation sémantique des gestes. Elle réalise la double tâche de segmenter tempo-
rellement le geste et de reconnaître la classe de chaque segment. Dans le cadre
des applications liées à la chirurgie, ceci permet de réaliser des statistiques sur
l’apprentissage et de voir l’évolution fine des compétences sur chaque partie du
geste.

En répondant à ces trois problématiques, de manière générique, il est possible
de créer des coachs virtuels permettant de s’entraîner à la réalisation d’un geste,
dans divers milieux applicatifs.

1.4 Plan du Document

Ce mémoire de thèse se décompose en 5 chapitres :

• Chapitre 2 - Ce chapitre présente une vue générale des différents domaines
de l’analyse de gestes. Ceci permet de situer l’estimation de la qualité d’un
gestes dans ce vaste domaine. Par la suite, une étude des méthodes courantes
d’apprentissage statistique est proposée, avec leur force et leur faiblesse.

• Chapitre 3 - Ce chapitre se concentre sur l’évaluation automatique de la
qualité d’un geste. Après une étude bibliographique des approches existantes,
nous avons proposé deux architectures, fondées sur les réseaux siamois, per-
mettant de répondre à la problématique. Elles ont été testées et comparées
à l’état de l’art, sur deux bases de données de la littérature.

• Chapitre 4 - Ce chapitre propose une solution pour fournir un retour d’in-
formation sur les défauts d’un geste. Elle utilise les principes de l’explicabilité
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des réseaux de neurones afin de modifier l’entrée du système de manière à
optimiser la note. Afin de tester la méthode proposée, une base de données
de synthèse a été créée où les vérité-terrains, non seulement sur les notes,
mais également sur les défauts des entrées sont connues. Ceci a permis de
valider la méthode proposée quant à son aptitude à trouver les défauts d’une
série temporelle.

• Chapitre 5 - Ce chapitre propose une nouvelle méthode de segmentation
temporelle, permettant à la fois de segmenter et d’identifier chaque segment
dans une application de chirurgie par laparoscopie où la difficulté principale
réside dans le faible nombre d’exemples de la base. Une fois la méthode de
segmentation sémantique validée, nous proposons de l’utiliser afin de fournir
des statistiques sur l’apprentissage d’un chirurgien et ses compétences dans
les différentes tâches.

• Chapitre 6 - Ce dernier chapitre conclut le manuscrit en rappelant les
principales contributions et en présentant des perspectives pour poursuivre
ces travaux.

1.5 Publications

Durant cette thèse, plusieurs réponses à des problématiques concernant l’éva-
luation de geste ont été apportées et ont donné lieu à plusieurs publications et
communications :

— M. Millan and C. Achard. Segmenting Surgical Tasks using Temporal Convo-
lutional Neural Network SURGETICA - 2019

— M. Millan and C. Achard. Fine-tuning Siamese Networks to Assess Sport
Gestures Quality. 15th International Conference on Computer Vision Theory
and Applications (VISAPP) - 2020.

De plus un autres article est en cours de révisions :

— M. Millan and C. Achard.Multiple Loss for Gesture Quality Evaluation using
Siamese Networks. Machine, Vision and Application (MVA)

Enfin durant cette thèse, différents colloques internes (Journées des Doctorants
2017/2018/2019 de l’ISIR, Journées de l’Ecole Doctorale SMAER 2017) ont permis
de présenter ces travaux sous formes de communications orales. Ces travaux ont
également été présentés lors d’une journée du GDR ISIS organisé le 14 Novembre
2019, nommée : "Journée Action, Visage, Geste, Action et Comportement".
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Un geste est défini par le Larousse (https://www.larousse.fr/dictionnaires/
francais/geste/36848) comme "un mouvement du corps, principalement de la
main, des bras, de la tête, porteur ou non de signification". On pourra par exemple
considérer le geste sportif du boxeur, le coup de pied du footballeur, le geste du
boulanger qui pétrit son pain ou encore, les gestes réalisés lors de conversations.
De manière inconsciente ou non, nous analysons ces gestes en permanence car ils
sont continuellement présents dans notre vie de tous les jours.

Dans ce chapitre, nous allons explorer les différentes branches de l’analyse
de gestes et dresser un état de l’art pour chacune d’elles. Nous allons également
aborder les différentes méthodes d’apprentissage statistique, avec leurs avantages
et leurs inconvénients.

2.1 Analyse de Gestes

Au travers du terme générique "d’analyse de gestes" se cachent différents do-
maines bien distincts avec des applications et des problématiques différentes, i.e la
synthèse, la segmentation, la reconnaissance ou encore l’évaluation automatique.
Nous reprenons ces différents aspects dans les sections suivantes.
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2.1.1 La Synthèse de Gestes

L’objectif de la synthèse de gestes est de recréer des gestes à partir de mouve-
ments existants ou de connaissances fournies par un expert. La synthèse est très
utilisée dans les jeux vidéo, la médecine, ou encore les films.
Selon les études, la synthèse de gestes va consister à fusionner deux mouvements en
les synchronisant [Ménardais et al., 2004], ou bien à retrouver des descripteurs ro-
bustes dans le domaine fréquentiel afin de recréer des mouvements réalistes [Unuma
et al., 1995]. Cependant, il est aussi important de prendre en compte l’environ-
nement dans lequel les mouvements vont être réalisés, notamment si le but est
synthétiser des mouvements pour un robot [Kulpa et al., 2005].

Avec le développement massif, des modèles d’apprentissage statistique, de nou-
velles méthodes de synthèse se sont développées [Holden et al., 2016; Zhou et al.,
2018]. Par exemple, Zhou et al. [Zhou et al., 2019] proposent de fusionner deux
mouvements grâce à des réseaux convolutionnels, tout en ajoutant des contraintes
sur la taille des membres et sur les articulations afin d’avoir le rendu le plus réaliste
possible.

2.1.2 La Reconnaissance de Gestes

Dans le domaine de la sécurité, la reconnaissance d’actions dites suspectes, a
été étudiée par Bouma et al. [Bouma et al., 2018], afin de protéger des bâtiments
ou des zones sensibles. Dans le domaine industriel, Coupeté [Coupeté, 2016], amé-
liore l’interaction homme-robot dans les usines afin de permettre à des ouvriers de
travailler sur les lignes de production en toute sécurité. Dans le domaine médical,
plus particulièrement la chirurgie, la reconnaissance d’actions est de plus en plus
présente [Lea et al., 2016a; Sharghi et al., 2020]. Padoy et al., par exemple, pro-
posent d’analyser les vidéos d’opération afin de reconnaître les actions et d’être
capable de créer le bloc opératoire du futur [Padoy et al., 2008]. On peut également
citer des applications dans la reconnaissance du langage des signes [Nasreddine and
Benzinou, 2016] ou la domotique [de Carvalho Correia et al., 2013].

La reconnaissance d’actions impliquant plusieurs individus est encore peu ex-
plorée dans la littérature [Sozykin et al., 2018]. Dans le domaine sportif, Bialkowski
et al. [Bialkowski et al., 2013], propose une nouvelle représentation des joueurs pour
le hockey sur gazon, afin de faciliter l’analyse de vidéos par la suite.

Bien souvent, ces méthodes de reconnaissance nécessitent une segmentation
préalable du geste afin d’en connaître le début et la fin [Lei et al., 2016; Mavroudi
et al., 2018].
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2.1.3 La Segmentation de Flux de Données

La segmentation d’actions peut être définie comme une tentative de prédire,
pour une vidéo ou une série temporelle, l’action qui se produit à chaque instant.
Elle peut aussi consister à découper une action en plusieurs gestes élémentaires
[Nakamura et al., 2017; Caramiaux et al., 2012; Mousas et al., 2014]. Souvent
utilisée comme un pré-traitement à la reconnaissance, ou à l’évaluation de gestes,
cette tâche reste complexe, notamment lorsque l’on utilise des données "in the
wild", qui ne présentent pas de pauses entre les gestes ou de retour à un état de
repos, mais qui ont l’avantage de bien représenter la réalité. Il est parfois possible
de réaliser la segmentation et la reconnaissance en même temps [DiPietro et al.,
2016]. On parle alors de segmentation sémantique.

2.1.4 L’Évaluation de la Qualité d’un Geste

L’évaluation de la qualité d’un geste est un autre domaine d’étude qui vise,
non pas à reconnaître un geste (il est déjà connu), mais à déterminer s’il a été
correctement réalisé ou non. A ce jour, elle a déjà été étudiée dans le domaine
sportif [Burns et al., 2011] et dans le domaine médical [Zia et al., 2016; Poddar
et al., 2014].
Selon les annotations fournies avec les bases de données, l’évaluation du geste
pourra amener à catégoriser le niveau de l’exécutant en « novice », « intermédiaire
» ou « expert » (tâche de classification) ou à évaluer finement la qualité du geste
au travers de l’attribution d’un score (tâche de régression).

Il est même possible d’aller plus loin et de fournir un retour d’information sur
les erreurs commises lors de la réalisation du geste afin d’en aider l’apprentissage.
Deux difficultés majeures apparaissant alors : comment déterminer les défauts du
geste [Morel et al., 2017a] et comment fournir un retour d’information compréhen-
sible [Ninon and Szewczyk, 2017].

Dans le cadre de cette thèse, nous proposons de nous intéresser à l’évaluation
automatique du geste de par l’attribution d’un score à chaque réalisation (Cha-
pitre 3), ainsi qu’à la recherche des défauts dans les gestes (Chapitre 4). Un état
de l’art plus conséquent sur ces deux tâches sera donné dans ces chapitres.

2.2 Méthodes d’Apprentissage Statistique Super-
visées

Afin de pouvoir analyser un geste, il est fréquent d’utiliser des outils statis-
tiques, et/ou des méthodes utilisant l’apprentissage machine qui consistent à uti-
liser des approches mathématiques pour permettre aux ordinateurs d’"apprendre"



10 L’Analyse de Gestes et l’Apprentissage Statistique

à résoudre des tâches, sans que la résolution soit explicitement programmée.
L’analyse de gestes et plus généralement de signaux temporels, peut-être considé-
rée selon deux approches. Dans le premier cas, les signaux sont caractérisés par
des vecteurs, ou matrices, représentant l’information dans sa globalité. Dans le
deuxième cas, chaque signal est caractérisé par des descripteurs reliés entre eux
temporellement.
Selon la représentation choisie, les méthodes d’apprentissage diffèrent. On pourra
par exemple utiliser des SVM ou des arbres de décision dans le premier cas tandis
que l’analyse de signaux temporels requiert des méthodes spécifiques telles que les
HMM, le DTW ou encore les réseaux de neurones récurrents.

Dans les sections suivantes, nous revenons sur les principales méthodes de la
littérature utilisées pour ces deux types de représentation des signaux.

2.2.1 Apprentissage sur des Données Non-Temporelles

Bien souvent, l’apprentissage est réalisé en deux temps : une première étape de
codage suivie de l’apprentissage en lui-même. Dans cette section, on suppose que
les gestes sont codés de manière globale, menant à un vecteur de caractéristiques
de taille fixe représentant le geste dans sa globalité . Ce type de codage, ou l’infor-
mation temporelle est perdue, peut-être traité avec des méthodes d’apprentissage
classiques que nous détaillons dans la suite de la Section.

2.2.1.1 Algorithme des Plus Proches Voisins

La méthode de recherche du plus proche voisin est une méthode facile à mettre
en place et très populaire dans tous les domaines [Moldagulova and Sulaiman,
2017; Laptev et al., 2007]. Dans l’espace de représentation des données, le but
est de trouver, grâce à une mesure de distance ou de similarité, l’exemple de la
base d’apprentissage qui ressemble le plus à un exemple inconnu. La classe de
cet exemple inconnu est déterminée par celle de l’exemple le plus proche. Une
illustration est proposée Figure 2.1. Dans le cas d’un problème de régression, la
valeur de l’exemple le plus proche est attribuée à l’exemple inconnu.

Une variante consiste à utiliser les K voisins les plus proches (K-Nearest Neigh-
bors - KNN ) pour prendre une décision. Dans le cas de la classification, la classe
de l’exemple inconnu sera la classe majoritaire parmi les K plus proches voisins.
En régression, la moyenne ou la médiane des valeurs des K voisins est attribuée à
l’exemple inconnu.

La méthode des KNN est souvent utilisée pour la reconnaissance de geste. Par
exemple, Liu et al. reconnaissent des gestes de la main dans le but d’améliorer
les interactions homme-machine [Liu et al., 2016]. Mokhber et al. [Mokhber et al.,
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plus proche
voisin

Figure 2.1: Illustration de l’algorithme du plus proche voisin.

2008] classifient des comportements humains à partir des moments géométriques,
en utilisant la distance de Mahalanobis.

2.2.1.2 Machine à Vecteurs Supports

Les machines à vecteurs supports (Support Vector Machine - SVM ) ont été
proposées par Vapnik au milieu des années 90 [Vapnik, 1995]. L’hypothèse princi-
pale sur laquelle repose ces classifieurs binaires est la séparabilité des données de
manière linéaire. L’apprentissage consiste à trouver l’hyperplan séparateur "opti-
mal" qui va maximiser la distance minimale entre l’hyperplan séparateur et les
exemples de la base d’apprentissage.

Malheureusement, les données sont rarement linéairement séparables. Pour
répondre à cette problématique, il est possible de projeter les données d’appren-
tissage dans un espace de plus grande dimension dans lequel il sera possible de
trouver un hyperplan séparateur entre les classes. Pour éviter une projection expli-
cite des données dans ce nouvel espace, il est possible d’utiliser l’astuce du noyau
(Kernel Trick), car seul le produit scalaire entre les descripteurs est requis pour
le calcul de l’hyperplan.

Au-delà de la classification, il est également possible d’utiliser des machines à
vecteurs supports en régression. On parle alors de SVR (Support Vector Regres-
sion) [Drucker et al., 1996]. Les deux approches, classification et régression, sont
présentées Figure 2.2.

De la même manière que la méthode des plus proches voisins, les SVM sont
souvent utilisés pour reconnaître des gestes, comme par exemple par Saha et al.
ainsi que Nagarajan et al. dans une application liée au langage des signes [Saha
et al., 2018; Nagarajan and Subashini, 2013]. Les SVR ont été utilisés pour évaluer
la qualité d’un geste dans un contexte chirurgical [Zia and Essa, 2017], le but étant
de prédire un score pour chaque réalisation.
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(A) Illustration en 2D des SVM pour
un problème à 2 classes. On retrouve en

orange l’hyperplan séparateur.

(B) Illustration en 2D des SVR. On re-
trouve en orange l’hyperplan qui définit

au mieux la tendance des points.

Figure 2.2: Illustration en 2D des SVM et des SVR.

2.2.1.3 Arbres de Décision

Les arbres de décision sont une classe d’algorithme d’apprentissage souvent
utilisés en classification. Un arbre est un graphe non orienté et sans cycle, composé
d’un nœud racine, de nœuds internes et enfin de feuilles. Chaque nœud représente
un test réalisé sur les données et les feuilles amènent à la décision finale, i.e. la
classe. Une illustration d’arbre de décision est présentée Figure 2.3.

x1 > 4 ?

x2 < 4 ?

x1 > 2 ?

0 2 4 6 8 10
0

2

4

6

8

10

x1

x 2

Figure 2.3: Illustration d’un arbre de décision sur un problème de classification
binaire.

Lorsque les problèmes sont complexes, utiliser un seul arbre peut amener à
une mauvaise généralisation. Pour cette raison, les forêts d’arbres aléatoires ont
été introduites par Breiman et al. en 2001 [Breiman, 2001]. Plusieurs arbres sont
entraînés à partir d’un tirage aléatoire des exemples et amènent à une décision in-
dividuelle. La décision finale de classification est la classe majoritaire des décisions
de chaque arbre.
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Ces arbres de décision ont été utilisés pour reconnaître ou segmenter des gestes.
Par exemple, Joishi et al. [Joshi et al., 2015] classifient des fenêtres de temps
glissantes, ce qui permet à la fois de segmenter et de reconnaitre les gestes.
Dans le domaine des interfaces Homme-Machine, Zhao et al. [Zhao et al., 2012]
s’intéressent aux gestes de la main et créent une interface fluide en utilisant les
forêts aléatoires.

2.2.1.4 Réseaux de Neurones

Dès le début des années 40, les chercheurs se sont intéressés au fonctionnement
du neurone biologique et à sa modélisation [McCullogh and Pitts, 1943]. Ceci a
conduit au modèle du neurone formel (Figure 2.4A) encore utilisé aujourd’hui.
En 1949, Hebb [Hebb, 1949] propose d’associer plusieurs neurones pour réaliser
l’apprentissage. Ceci a amené quelques années plus tard au perceptron [Rosenblatt,
1958] composé d’une couche de neurones d’entrée et d’une couche de neurones de
sortie. Ce réseau très simple s’est avéré incapable d’apprendre des fonctions non
linéaires mais a servi de base pour construire le perceptron multicouches [Hopfield,
1982] illustré Figure 2.4B.

Avec les progrès matériels, le développement de cartes graphiques de plus en
plus performantes et l’arrivée des couches convolutionnelles, les réseaux de neu-
rones se sont développés et accumulent de plus en plus de couches, on parle alors
de Deep Learning.

Entrées

Sortie

(A) Illustration d’un neurone artificiel.

Sortie

Couche
Cachée

Couche
d’Entrée

Couche
de Sortie

(B) Illustration d’un réseau de neurones
avec une couche cachée.

Figure 2.4: Illustration des réseaux de neurones artificiels.

Ainsi, un réseau de neurones est composé de plusieurs couches de neurones et
chaque neurone contient des poids pour le relier au neurone précédant. L’appren-
tissage du réseau consiste à trouver l’ensemble des poids qui répond au mieux à
un problème posé.

À partir d’une base de données d’apprentissage D composée d’exemples d’en-
trée X et de sorties désirées Y , il va être possible d’apprendre les poids du réseau
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de neurones, grâce à une descente de gradient et un processus de rétropropagation
de l’erreur. Si L est la fonction de coût (erreur) entre la sortie désirée et la sortie du
réseau pour les exemples d’apprentissage, la mise à jour des poids wji du neurone
i de la couche j est réalisée avec :

wji = wji − λ ∗
∂L
∂wji

(2.1)

où λ est le pas d’apprentissage. Plusieurs itérations sont nécessaires pour ob-
tenir une convergence et un bon apprentissage.

En plus des réseaux avec des neurones artificiels "classiques", d’autres "types"
de neurones se sont développés en parallèle, i.e. les réseaux de neurones convolutifs
(Convolutional Neural Networks - CNN ).
Contrairement au perceptron multicouches, les neurones ne sont plus connectés à
tous les neurones de la couche précédente. Ceci permet d’augmenter la taille des
signaux d’entrée sans voir exploser le nombre de paramètres à apprendre. Pour
la même raison, ceci permet d’augmenter le nombre de couches et la puissance
d’apprentissage des réseaux.

Ces réseaux de neurones convolutifs ont été développés dès la fin des années
90 par LeCun et al. [LeCun et al., 1999]. Particulièrement efficace pour la recon-
naissance de forme dans des images, les CNN reposent sur trois principes :

— La connectivité locale : un neurone n’est plus lié à tous les neurones de la
couche précédente mais seulement aux neurones qui lui sont voisins, ce qui
limite son nombre de poids.

— Les poids partagés : les neurones d’une couche partagent tous les mêmes
poids.

— L’invariance à la translation : tous les neurones d’une même couche ayant
les mêmes poids, cela induit qu’ils produiront la même sortie pour une entrée
identique à deux position différentes.

La Figure 2.5 illustre une couche de convolution composée de D1 filtres qui
transforment l’entrée de taille W ×H ×D en un nouveau tenseur de taille W1 ×
H1×D.W1 et H1 dépendent de la taille du filtre, de la gestion des bords et du dé-
placement lors du calcul de la convolution. En plus des couches convolutionnelles,
les architectures modernes ont vu l’apparition de couches de "pooling" aidant à
l’invariance en translation. Ces apports sont illustrés dans le réseau VGG16 qui a
popularisé les CNN [Simonyan et al., 2013].

Plusieurs architectures spécifiques ont également vu le jour pour aider à la gé-
néralisation et donc améliorer les résultats de classification. On citera par exemple
le module Inception [Szegedy et al., 2015] ou l’architecture ResNet [He et al., 2016].

Citons pour finir les réseaux siamois [Bromley et al., 1993] conçus pour compa-
rer des exemples en entrées. Ce type de réseaux est très populaire pour des tâches
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Figure 2.5: Illustration d’une couche de convolution dans un CNN.

de vérification d’identité [Taigman et al., 2014], d’empreintes digitales [Zhong
et al., 2018], de signatures [Bromley et al., 1993] ou de la réidentification [Chung
et al., 2017]. Par exemple, Chung et al. [Chung et al., 2017] comparent le flux vidéo
de deux caméra grâce à un réseau siamois et arrivent ainsi à relier les images des
deux caméras représentant d’une personne.

Les réseaux siamois possèdent deux branches identiques, qui partagent leur
poids (une pour chaque exemple) et dont la sortie est utilisée pour produire la
sortie finale du réseau.

Exemple ti Sous-Réseau f (ti)

Exemple t j Sous-Réseau f (t j)

Poids Partagés
d

Distance entre
f (ti) et f (t j)

Figure 2.6: Illustration d’un réseau siamois.

Comme illustré Figure 2.6, les sorties du sous-réseau f(ti) et f(tj) sont utilisés
pour comparer les exemples ti et tj.
La sortie désirée du réseau siamois est telle que :

y(ti, tj) =

{
1 si ti et tj sont dans la même classe
0 si ti et tj ne sont pas dans la même classe

(2.2)

La fonction de coût est donc [Hadsell et al., 2006] :

L(W, ti, tj) =
y

2
d2 +

1− y
2

max(0,m− d)2 (2.3)
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avec d, la distance entre f(ti) et f(tj) et m le paramètre de marge.
Dans le cas où les exemples ti et tj n’appartiennent pas à la même classe, y = 0, la
fonction de coût devient L(W, ti, tj) = max(0,m−d)2

2
. Minimiser cette fonction de coût

revient donc à rendre la distance d supérieure à la marge m. Enfin dans le cas où
(ti, tj) sont de la même classe, y = 1, la fonction de coût devient L(W, ti, tj) = D2

2
.

Minimiser ce coût revient à minimiser d, i.e. f(ti) et f(tj) se rapprochent dans
l’espace de représentation, comme représenté Figure 2.7.

Figure 2.7: Illustration de la fonction de coût contrastive.

Afin d’avoir, un sous réseau plus robuste, une autre fonction de coût est sou-
vent utilisée : la "triplet loss" [Chechik et al., 2009]. Avec cette fonction de coût
une ancre A est définie comme étant la référence. Cette ancre va ensuite être com-
parée à deux autres exemples : un positif P et un négatif N , l’exemple positif
est de la même classe que l’ancre et le négatif d’une autre classe. Le but, comme
précédemment, est de minimiser la distance entre les représentations de l’ancre et
l’exemple positif et de maximiser la distance entre l’ancre et le négatif. En utilisant
la distance euclidienne comme métrique, on obtient la fonction de coût suivante :

L(A,P,N) = max(||f(A)− f(P )||2 − ||f(A)− f(N)||2 +m, 0) (2.4)

avec m, le paramètre de marge.

2.2.2 Apprentissage sur des Données Temporelles

Pour analyser les gestes, le codage peut consister à coder chaque instant du
geste. On arrive ainsi à une série temporelle. Les méthodes présentées précédem-
ment ne s’appliquent pas au traitement de ces données plus complexes qui peuvent
avoir des longueurs variables. D’autres méthodes, présentées par la suite, sont plus
adaptées.
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2.2.2.1 Déformation Temporelle Dynamique

Pour reconnaître des signaux temporels, il est possible d’utiliser la méthode
des KNN. Néanmoins, la mesure de similarité nécessite quelques adaptations. En
effet, même s’il est possible d’utiliser la distance euclidienne, elle est inutilisable
dans la plupart des cas, car elle nécessite que les signaux aient le même nombre
d’échantillons et qu’aucune déformation temporelle ne se soit produite. Pour com-
parer deux signaux ayant des déformations temporelles et un nombre d’échantillons
différent, il faut préférer des méthodes non linéaires, comme la Déformation Tem-
porelle Dynamique (Dynamic Time Warping - DTW ). Cette méthode permet
de recaler les signaux entre eux par déformation temporelle élastique [Sakoe and
Chiba, 1978]. Une comparaison de la distance euclidienne et du DTW est proposée
Figure 2.8.

Figure 2.8: Figure extraite de [Keogh and Ratanamahatana, 2004]. Comparai-
son d’une métrique linéaire et non linéaire pour les signaux temporels. À gauche
la distance euclidienne mesure la distance instant par instant et ne prend donc
pas en compte la différence temporelle entre les deux signaux. À droite, le DTW
prend en compte le décalage temporel, en appariant les échantillons similaires
entre les deux signaux. Il permet donc d’aligner les signaux et d’arriver à une

mesure de similarité entre les deux signaux.

Le DTW a été fréquemment utilisé afin de reconnaître des gestes. Ainsi, Pham
et al. comparent des mouvements d’outils chirurgicaux grâce à l’algorithme du
DTW, en utilisant la courbure des mouvements [Pham et al., 2010]. D’autres
travaux se concentrent sur l’évaluation de la qualité de gestes sportifs. Morel et
al., utilisent l’algorithme du DTW afin de créer un modèle de geste et par la suite
comparent un geste inconnu à ce modèle [Morel et al., 2017a].

2.2.2.2 Modèles de Markov Cachés

Les chaînes de Markov cachées (Hidden Markov Model - HMM ) sont souvent
utilisées pour modéliser des séries temporelles (Figure 2.9). La modélisation fait
intervenir des états (décrits grâce à une matrice d’observation), des transitions
entre ces états (décrites grâce à une matrice de transition) et une probabilité
d’état initial [Rabiner, 1989]. Ces trois éléments décrivent entièrement une chaîne
de Markov. Leur utilisation, avec des algorithmes dédiés, permet de reconnaître
des séquences ou de les segmenter.
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Figure 2.9: Illustration d’un modèle de Markov caché.

En effet, une fois les paramètres des HMM appris, reconnaître un geste consiste
à trouver le modèle de Markov qui a la plus grande probabilité d’avoir généré
la séquence d’observations [Park et al., 2005; Parcheta and Martínez-Hinarejos,
2017; Saha et al., 2017; Chen et al., 2003]. D’autre part, en associant un état à
un geste, les HMM peuvent être utilisés pour segmenter des séquences [Nakamura
et al., 2017; Tao et al., 2012; Lei et al., 2016]. En effet, l’algorithme de Viterbi
[Forney, 1973] permet de retrouver la séquence d’états à partir d’une séquence
d’observations.

2.2.2.3 Réseaux de Neurones

Certaines architectures ou utilisations des réseaux de neurones peuvent égale-
ment traiter des séries temporelles, comme illustrée Figure 2.10.

Une première solution consiste à "piocher" des clips de taille fixe dans les
séries temporelles et à les classer indépendamment les uns des autres [Karpathy
et al., 2014; Tran et al., 2015]. La classe de la série entière est ensuite déterminée à
partir de la classification des clips. Le problème est donc ramené à la classification
de clips temporels de taille fixe. Pour simplifier, considérons des clips vidéos, de
taille L × H × 3 × T où L et H représentent les dimensions de l’image et T,
la longueur temporelle du clip. Certains auteurs appliquent des convolutions 2D
[Karpathy et al., 2014] selon les dimensions spatiales. Un filtre amène ainsi à une
image de taille L × H. D’autres auteurs [Tran et al., 2015] préfèrent appliquer
des convolutions 3D, spatio-temporelles. Un filtre amène alors à un volume de
taille L × H × T . Dans les deux cas, les architectures des réseaux ressemblent
à celles utilisées pour les images avec des couches convolutionnelles, des couches
de pooling et des couches entièrement connectées. En utilisant les neurones de
la dernière couche convolutionnelle, un descripteur de vidéo peut être obtenu,
comme le descripteur C3D [Tran et al., 2015] appris sur une base de sport mais
utilisable dans d’autres contextes. Enfin, une approche "two streams" s’est avérée
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Figure 2.10: Illustration des différentes architectures de réseaux de neurones
adaptés à l’analyse de geste, tirée de [Carreira and Zisserman, 2017].

très performante pour reconnaître des actions à partir de vidéos [Simonyan and
Zisserman, 2014]. Elle consiste à traiter séparément le flux spatial et le flot optique
puis de fusionner les résultats. Ces approches convolutionnelles ont été utilisées
pour segmenter des tâches chirurgicales [Lea et al., 2017b] ou pour reconnaître des
gestes [Jie Huang et al., 2015]. Elles peuvent aussi être utilisées directement sur les
signaux, sans extraire de clips. Pour gérer la variabilité dans la taille des signaux,
un pooling temporel global devra alors être intégré avant les couches entièrement
connectées.

Des architectures spécifiques de réseaux de neurones sont dédiées aux séries
temporelles, il s’agit des réseaux récurrents (Recurrent Neural Network - RNN ).
Ils mettent en place des états cachés ht qui transportent l’information utile au
cours du temps (Figure 2.11).

Figure 2.11: Illustration des RNN où une séquence d’entrée xt produit une
seule sortie y. L’information est transportée grâce à un état caché ht. Les poids

U , V et W du réseau sont partagés par tous les temps.
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Selon l’application visée, une séquence peut fournir une seule sortie (reconnais-
sance d’actions), une séquence de même taille (segmentation) ou une séquence de
taille différente (traduction linguistique). Contrairement aux réseaux de neurones
traditionnels qui utilisent différents paramètres pour chaque couche, les RNN par-
tagent les paramètres (U , V etW Figure 2.11) à travers le temps, ce qui permet de
gérer des signaux de longueur variable. L’apprentissage des RNN fait appel à une
rétropropagation particulière, à travers le temps [Werbos, 1990] qui s’avère sen-
sible au problème de disparition du gradient. Même si l’application reine des RNN
est la traduction automatique, ils ont été utilisés pour reconnaître [Du et al., 2015;
Veeriah et al., 2015], détecter [Singh et al., 2016], ou segmenter [DiPietro et al.,
2016] des actions. En théorie, l’information utile peut être transportée tout au long
de la séquence, mais en pratique, elle a du mal à traverser quelques échantillons.
Ceci a conduit à la mise en place d’une autre cellule récurrente : la Long Short
Term Memory (Long Short Term Memory - LSTM ) [Hochreiter and Schmidhuber,
1997].

Figure 2.12: Illustration des LSTM

En plus d’un état caché ht, les LSTM propagent une cellule mémoire ct (Fi-
gure 2.12) à travers le temps, apte à transporter l’information sur de longues
périodes. Des fonctions portes spécifiques sont mises en place pour gérer cette mé-
moire et y ajouter ou supprimer de l’information. Les LSTM ont été utilisées pour
reconnaître [Zhu et al., 2017] ou segmenter [Wang et al., 2017] des gestes. Ils sont
maintenant souvent combinés avec des processus d’attention afin d’améliorer les
performances [Zhang et al., 2018].

2.3 Bilan

Dans ce chapitre, nous avons tout d’abord dressé un état des lieux des diffé-
rents domaines de l’analyse de gestes afin de mieux positionner nos travaux. Ainsi,
nous souhaitons estimer la qualité d’un geste, en attribuant un score à chaque réa-
lisation d’une part et en fournissant un retour sur les erreurs commises d’autre
part.
Dans un second temps, nous avons présenté les méthodes d’apprentissage statis-
tiques utilisées lors de l’analyse des gestes. Comme il s’agit de signaux spécifiques,
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dont la longueur varie d’une réalisation à l’autre, nous avons fait ressortir deux
grandes catégories de méthodes. La première vise à coder le geste de manière glo-
bale par un vecteur de caractéristiques. Ceci permet de retrouver des exemples
de taille fixe qui peuvent être traités par des méthodes d’apprentissage classiques
comme les KNN, les SVM/SVR ou les forêts d’arbres aléatoires. Malheureusement,
ce codage global rend impossible le retour à la dimension temporelle et donc l’ac-
cès aux erreurs commises lors de la réalisation du geste. La seconde catégorie de
méthodes est explicitement dédiée aux signaux temporels. Parmi celles-ci, le DTW
est très utilisé et une méthode a déjà été proposée pour estimer la qualité d’un
geste et fournir un retour à l’utilisateur sur les défauts réalisés. Cette méthode
n’est cependant pas généralisable à tout type de gestes puisqu’elle requiert une
trajectoire précise afin de construire un modèle de geste sous forme de "trajectoire
moyenne". Elle ne peut donc pas être utilisée pour des tâches chirurgicales par
exemple. Les HMM sont également très employés pour l’analyse de séries tem-
porelles. Il s’agit d’une méthode générative qui vise à construire un modèle pour
modéliser un geste. S’ils sont très utilisés en classification, leur emploi pour esti-
mer la qualité d’un geste semble difficile. La dernière méthode présentée et celle
envisagée dans cette thèse, est donc d’utiliser des réseaux de neurones. De par
leur polyvalence, et les résultats performants obtenus ces dernières années dans
différents domaines, cette solution semble être la plus adaptée à l’évaluation de la
qualité d’un geste. Cependant la question du retour d’information demeure. En
effet, un réseau de neurone permet, comme vu précédemment, de classifier des
gestes dans différentes classes ou de régresser un score de qualité, mais fournir un
retour d’information à partir de ce genre de modèle est encore peu exploré.

Dans les prochains chapitres, nous présentons dans un premier temps une
stratégie pour évaluer la qualité d’un geste en utilisant des réseaux de neurones.
Par la suite, nous verrons comment utiliser ces réseaux pour fournir un retour
d’information précis à l’utilisateur.
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3.1 Introduction

Tout au long de la vie, nous passons notre temps à apprendre, que ce soit
pour des loisirs, comme apprendre à jouer au tennis, ou bien pour des besoins
professionnels, en apprenant à opérer quelqu’un dans le cas d’un chirurgien. Mais
apprendre, ne consiste pas juste à apprendre de nouveaux gestes, il faut également
être capable d’absorber de nouvelles connaissances. Cet apprentissage commence
dès le plus jeune âge, à l’école, où l’on demande aux élèves d’engranger beaucoup
de nouvelles connaissances tous les jours, qu’elles soient intellectuelles ou bien ges-
tuelles pendant les cours de sport. Cependant, apprendre seul est très difficile,
surtout dans le cas de gestes car les seules informations disponibles résident dans
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les conséquences de la réalisation du geste si elles existent. De la même manière
qu’un apprenti boulanger a un maître boulanger comme référent pour lui montrer
les bons gestes, les bonnes recettes et également pour le corriger en cas d’erreur,
tout type d’apprentissage nécessite un maître dans la discipline, afin de fournir
un retour et de guider l’enseignement dans la bonne direction. Ainsi, les examens
scolaires ou universitaires sont, bien sûr, nécessaires pour valider une compétence,
mais permettent également aux étudiants d’avoir un retour sur les connaissances
acquises. Cependant, il est plus aisé d’évaluer des connaissances, que des compé-
tences gestuelles. En effet, au-delà, d’un certain niveau d’expertise dans une tâche
ou un sport, chaque personne va développer une technique propre et il devient
donc très complexe de comparer deux personnes de niveau égal, mais ayant une
technique différente. Néanmoins, repérer un débutant reste facile, ainsi qu’être
capable de lui fournir un retour et des conseils sur comment se corriger et s’amé-
liorer. Par exemple, les salles de sport engagent toujours un coach qui vérifie que
toutes les personnes présentes réalisent les gestes de manière adéquates. En effet,
lors de la réalisation de squats, par exemple, le risque de blessure au dos pour un
débutant est très haut, notamment dû à sa mauvaise posture [Diggin et al., 2011].
S’il est repéré par le coach, le débutant obtiendra des conseils sur comment bien se
corriger afin de ne pas se blesser. Toutefois, en cas de forte affluence, il est possible
que le coach ne le voit pas et la blessure est alors presque inévitable. Mettre en
place des coachs virtuels est alors une solution pour permettre à des débutants
d’apprendre les bons gestes. De plus, cela permettrait de faire du sport chez soi,
sans risques de blessures. Ce genre de solution nécessite la mise en place de base
de données et d’algorithme d’apprentissage afin de pouvoir repérer les erreurs et
les corriger.
Un autre domaine qui peut bénéficier de la mise en place de coachs virtuels est la
chirurgie et plus particulièrement la chirurgie mini-invasive (Minimally Invasive
Surgery - MIS ). La MIS consiste à faire de petites incisions sur le ventre du patient
afin d’insérer des outils et un endoscope afin d’opérer via ces incisions. Ce type de
chirurgie a permis de réformer les opérations abdominales, en réduisant considé-
rablement le temps de convalescence du patient. Cependant, pour le chirurgien, la
tâche devient plus difficile en raison du manque de perception de la profondeur,
de la vision indirecte due à l’endoscope et des degrés de liberté limités induits par
les trocarts et l’environnement clos. Apprendre les bons gestes de MIS est donc
long et difficile et nécessite un guidage constant de la part d’un expert. Or les
chirurgiens experts sont peu disponibles et rares. Alors, comment s’assurer que les
apprenants ont atteint un certain niveau de compétence ? Comment les aider dans
l’apprentissage de manière à l’accélérer ? La mise en place d’outils d’apprentissage
en réalité virtuelle est désormais un sujet majeur de recherche et a mené à la
commercialisation de plusieurs simulateurs, par exemple le Laparo Analytic de la
société Laparo R© (illustré Figure 3.1) qui enregistre les gestes pendant une tâche
et donne un retour sur la performance.

On peut encore citer d’autres domaines où des gestes techniques sont requis :
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Figure 3.1: Photographie du simulateur Laparo Analytic de la société
LaparoTM(https://laparo.pl/en/).

par exemple le milieu artistique comme la peinture, la sculpture ou la poterie. Le
métier de potier nécessite de nombreuses connaissances ainsi que la maîtrise de
certains gestes. En effet, savoir manipuler l’argile est un art qui demande en plus
de nombreuses heures de pratique, d’avoir des démonstrations de la part d’experts
dans le domaine.

La mise en place de coachs virtuels, que ce soit dans le sport, la chirurgie ou
le milieu artistique, implique un travail conséquent en amont. L’avantage est que
contrairement à une évaluation manuelle qui peut être longue et rare, l’évaluation
fournie par un coach virtuel sera rapide, objective et aussi fréquente qu’on le
souhaite, comme illustré Figure 3.2.

Figure 3.2: Processus pour l’évaluation de la qualité d’un geste.

L’inconvénient est que le développement d’un coach virtuel nécessite d’enre-
gistrer des bases de données de gestes, en grand nombre, annotées par un expert
qui en déterminera la qualité, au travers d’une note par exemple. La constitution

https://laparo.pl/en/
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et l’annotation de la base de données sont importantes puisque cela conditionne
le type de méthode d’apprentissage à utiliser. De la même manière, selon que le
coach virtuel fournisse juste une note ou un retour d’information sur ce qui a été
mal réalisé, le type de méthode diffère.

Dans ce chapitre, nous proposons tout d’abord de faire un état de l’art des
méthodes existantes pour l’évaluation de la qualité d’un geste, en nous concen-
trant particulièrement sur les gestes sportifs et chirurgicaux. Après un bilan, des
méthodes existantes par rapport à nos attentes, nous présentons deux nouvelles
méthodes d’évaluation automatique de la qualité d’un geste. Ces deux approches
sont testées sur des gestes provenant de domaines bien différents : la chirurgie et
le sport.

3.2 État de l’Art

Dans cette section nous introduisons différentes méthodes permettant l’éva-
luation de la qualité d’un geste, en nous concentrant plus particulièrement sur
les méthodes évaluant les gestes chirurgicaux et les gestes sportifs. Deux grandes
familles de méthodes ont émergé de cette étude bibliographique : les méthodes
utilisant des caractéristiques choisies et prédéfinies manuellement et les méthodes
"end-to-end", partant de l’enregistrement du geste et évaluant directement sa qua-
lité, comme illustré sur la Figure 3.3

(A) Illustration des méthodes avec des
caractéristiques choisies manuellement.

(B) Illustration des méthodes "end-to-
end".

Figure 3.3: Illustration des deux grandes familles de méthodes pour l’évalua-
tion de la qualité d’un geste.



3.2. État de l’Art 27

3.2.1 Évaluation avec des Caractéristiques Manuellement
Définies

Afin d’évaluer automatiquement la qualité d’un geste, il est nécessaire de trou-
ver des caractéristiques capturant des informations sur les dimensions spatiales et
temporelles. A cette fin, il est possible de définir des caractéristiques qui seront
extraites de chaque geste et ensuite utilisées pour l’évaluation par un algorithme
d’apprentissage. Comme évoqué précédemment, nous nous intéressons plus parti-
culièrement aux travaux réalisés sur les gestes chirurgicaux et les gestes sportifs,
qui sont les plus étudiés aujourd’hui.

3.2.1.1 L’évaluation de Gestes Chirurgicaux

Pour un chirurgien novice, apprendre à opérer est long et complexe. Cela est
partiellement dû aux gestes, très spécifiques et très précis, mais également au
manque de retour lors de séances d’entraînement en solitaire. Ces deux facteurs
rendent l’apprentissage de la laparoscopie long. Pour le faciliter, certains travaux
se concentrent sur le développement de méthodes d’aide à l’apprentissage, en par-
ticulier en donnant un retour d’information aux novices pendant le processus d’ap-
prentissage.
Ainsi Judkins et al. proposent d’étudier des mesures et de les évaluer afin de savoir
si elles sont assez discriminatives entre des experts et des novices [Judkins et al.,
2009]. Cette évaluation est fondée sur trois tâches de chirurgie mini-invasive réali-
sées à l’aide d’un robot télémanipulé(Robotic Minimally Invasive Surgery - RMIS
) :

— Déplacer des objets avec les deux pinces en simultanée ;

— Passer une aiguille dans un parcours ;

— Faire des nœuds de suture.

L’utilisation des robots d’aide à la chirurgie aide grandement l’acquisition des
données puisque l’on connaît la position des outils à chaque instant. Les caracté-
ristiques proposées sont les suivantes : le temps pour réaliser la tâche, la distance
totale parcourue par l’outil, la vitesse, la courbure des mouvements ainsi que l’angle
entre les deux outils. Selon leur étude, ces caractéristiques sont effectivement dis-
criminantes et permettent d’entraîner un classifieur afin de différencier les novices
des experts en chirurgie.
Pour aller plus loin, Fard et al. proposent de rajouter des caractéristiques en plus
des cinq proposées précédemment [Fard et al., 2016]. Les deux caractéristiques
rajoutées sont la distance parcourue par l’outil le long de son axe et la fluidité
du mouvement, ce qui porte le nombre de caractéristiques pour décrire le mouve-
ment à quatorze (sept pour chaque outil). En utilisant ces caractéristiques, deux
classifieurs binaires sont entraînés (il n’y a que deux classes : novice et expert) :
une régression logistique et un SVM. Avec ces deux classifieurs, les résultats de
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classifications sont correctes (≈ 70%) et permettent donc de valider le choix des
caractéristiques pour décrire le mouvement chirurgical, même si des progrès res-
tent à faire.
Au-delà des caractéristiques, il est intéressant de savoir à quel niveau de décompo-
sition les calculer, afin d’avoir une évaluation qui soit la plus juste possible. C’est
le but d’une étude proposée par Vedula et al. [Vedula et al., 2016], qui évalue la
qualité de sous-gestes afin ensuite de déterminer la qualité de la tâche globale.
En utilisant des tâches de RMIS, ils proposent de tester trois des caractéristiques
précédemment évoquées : le temps, la longueur du chemin et le nombre de mou-
vements (un mouvement étant défini entre deux pics de vitesse). Les résultats de
l’étude montrent que le classifieur donne les mêmes résultats que l’on utilise les
tâches globales ou bien des sous-gestes pour extraire les caractéristiques.
Les caractéristiques extraites des trajectoires des outils donnent des résultats in-
téressants et permettent ainsi d’établir une base de résultat, mais il est possible
de les améliorer.
L’évaluation de gestes chirurgicaux ne s’arrête pas à la MIS. En effet, Poddar et al.
proposent d’évaluer le niveau de chirurgiens réalisant une septoplastie nasale [Pod-
dar et al., 2014]. Pour cela, ils proposent d’enregistrer le chemin parcouru par les
outils et par la suite de le segmenter en traits (strokes), chaque trait représentant
un mouvement, comme illustré Figure 3.4.

Figure 3.4: Illustration des traits utilisés pour l’évaluation des compétences,
extraite de [Poddar et al., 2014].

À partir de ces traits, les auteurs sont capables d’extraire des caractéristiques
du même type que précédemment, i.e. la courbure, la durée, et la couverture du
septum nasal d’un trait. Un HMM entraîné avec ces caractéristiques permet en-
suite de prédire le niveau d’expertise de la personne réalisant la septoplastie.
Zia et al. proposent quant à eux d’utiliser des caractéristiques fréquentielles (Trans-
formée de Fourier Discrète (TFD), Transformée en cosinus discrète (TCD)...) afin
de soit prédire un score, soit prédire le niveau du chirurgien (Novice, Intermé-
diaire ou Expert) [Zia and Essa, 2017]. Chaque caractéristique fréquentielle (TFD,
TCD,...) est traitée indépendamment, suivie d’une analyse en composante princi-
pale (ACP) puis un classifieur (ou régresseur) Une agglomération des résultats des
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différents classifieurs est par la suite réalisée. Ceci permet d’entraîner des classi-
fieurs plus simples tout en gardant un bon niveau de performance.

Plutôt que d’utiliser les données cinématiques des outils, certains travaux ex-
traient des caractéristiques directement en utilisant l’enregistrement vidéo des
tâches. Utiliser les vidéos rajoute une difficulté supplémentaire à cause du grand
nombre de dimensions. En effet trouver des caractéristiques, à la fois temporelles
et spatiales, en utilisant un flux vidéo est complexe.
Dans leurs travaux, Sharma et al. utilisent les vidéos de personnes réalisant des
sutures [Sharma et al., 2014]. Afin de pouvoir exploiter ces vidéos, il est nécessaire
d’en extraire des caractéristiques. Leur choix s’est porté sur des caractéristiques
de texture, telles que la matrice de co-occurrence des niveaux de gris [Haralick
et al., 1973] ou encore le Motif Binaire Local (Local Binary Pattern - LBP) [Ojala
et al., 1996]. Comme les caractéristiques choisies restent dans un espace de grande
dimension, une Analyse Linéaire Discriminante (Linear Discriminant Ananlysis
- LDA) est d’abord réalisée afin de projeter les données dans un espace de plus
petite dimension. Par la suite, une régression linéaire est effectuée afin d’évaluer
la qualité des gestes. Toujours en utilisant des caractéristiques de texture, Zia et
al. proposent d’ajouter les données de capteurs posés sur les mains afin d’obtenir
des données cinématiques [Zia and Sharma, 2017]. Le travail étant principalement
focalisé sur le choix des caractéristiques, la classification utilisée est une simple
recherche du plus proche voisin dans l’espace des caractéristiques. Par la suite une
étude comparative de plusieurs caractéristiques extraites des vidéos a été réali-
sée. Les méthodes envisagées sont : les caractéristiques symboliques (bag of words,
HMM), les caractéristiques de texture (matrice de co-occurence) et les caractéris-
tiques fréquentielles (TFD, TCD) [Zia et al., 2016]. Les résultats de cette étude
montrent qu’utiliser des caractéristiques fréquentielles extraites de vidéos donne
de meilleurs résultats de classification, comparées aux autres caractéristiques, pour
un classifieur donné.

3.2.1.2 Évaluation de Gestes Sportifs

Apprendre un nouveau sport de la même manière, qu’apprendre à opérer en
MIS, est difficile, surtout en l’absence de conseil, et donc d’évaluation des com-
pétences. Dans le but de pouvoir faire cette évaluation de manière automatique
des études se sont intéressées à la prédiction de score pour les gestes sportifs.
Cependant, l’évaluation d’un geste sportif est plus complexe que celle d’un geste
chirurgical. En effet, l’évaluation automatique des compétences dans le sport né-
cessite de connaître la partie du corps sur laquelle on doit se concentrer et le
moment où il faut le faire, contrairement à la MIS où l’on peut se concentrer uni-
quement sur les outils. Par exemple, lors du coup droit d’un tennisman, l’étude du
bras portant la raquette est bien plus importante que l’étude de la jambe ou de
l’autre bras. A l’opposé, le piétinement lors de l’attente de la balle demande de se
focaliser plus sur les jambes. Comme pour la chirurgie, l’étude du geste peut être
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faite à partir des données cinématiques des articulations, ou directement à partir
des flux vidéos.

Créer un système de coach virtuel demande tout d’abord d’être capable d’éva-
luer les performances et les réalisations de certains gestes. Dans ce but, Burns et
al. s’intéressent à un geste de karaté et à l’utilité d’un coach virtuel pour l’appren-
tissage de ce geste [Burns et al., 2011]. Afin d’évaluer le niveau des participants,
un enregistrement des gestes grâce à un système de capture de mouvement est
d’abord réalisé. L’évaluation dans ces travaux reste manuelle. Cependant l’effica-
cité d’un coach virtuel a elle été démontrée, car les personnes s’étant entraînées
avec ce coach ont eu la même courbe de progression que celles ayant eu un coach
humain.
Toujours dans la même idée de coach virtuel et pour la boxe, Komura et al. pro-
posent d’aller plus loin, et d’effectuer une évaluation automatique de la perfor-
mance [Komura et al., 2006]. En utilisant des mouvements enregistrés à l’aide
d’un système de motion capture et des connaissances a priori sur les gestes réa-
lisés, ils extraient des caractéristiques qui permettent de différencier les novices
des experts pour un évaluateur humain. Ces caractéristiques sont les suivantes :
le nombre de mouvements total de défense, le temps de réaction pour répondre à
une attaque, le nombre de feintes et de combinaisons.
Pour la danse, Maes et al. se sont intéressés à la synchronie entre les mouvements
d’un expert et ceux d’un novice [Maes et al., 2013]. En effet, en faisant l’hypothèse
que la musique choisie impose la vitesse d’exécution, il va être possible de compa-
rer des fenêtres de temps des mouvements du novice et de l’expert, ce qui permet
d’évaluer la performance du novice.

Utiliser un flux vidéo reste aussi complexe pour le sport que pour la chirurgie.
Cependant des travaux se basant sur les images pour faire l’évaluation de la qualité
d’un geste ont été réalisés.
Pour les routines d’aérobic, John et al. proposent d’évaluer les postures [John
et al., 2019]. Dans un premier temps, une extraction de l’arrière-plan est réalisée
afin d’obtenir uniquement la personne réalisant la posture. L’évaluation est ensuite
fondée sur un calcul d’intersection entre les images du novice et celles de l’expert.
Plus les postures extraites vont s’intersecter, plus la posture sera considérée comme
bien réalisée. Ce mode d’évaluation est bien adapté aux postures fixes, mais a du
mal à s’adapter aux gestes complexes et longs dans le temps.

3.2.2 Évaluation sans Caractéristiques Prédéfinies

Des méthodes d’apprentissage profond sont également apparues pour prédire
le niveau de compétences dans différentes applications. L’avantage de ce genre de
méthodes réside dans leur capacité à généraliser. En effet que ce soit en classifi-
cation ou en régression, les résultats obtenus sont très souvent bien supérieurs à
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ceux des méthodes utilisant des caractéristiques prédéfinies associées à un autre
algorithme d’apprentissage. Cependant, afin de généraliser au mieux, il est néces-
saire d’avoir des bases de données de taille importante.
De la même manière que pour les méthodes d’évaluation avec des caractéristiques
prédéfinies, nous présentons les travaux sur les gestes chirurgicaux dans un premier
temps, puis ceux sur les gestes sportifs.

3.2.2.1 Évaluation de Gestes Chirurgicaux

La base de données de gestes chirurgicaux de RMIS présentée Section 3.3.1
a permis le développement de nombreuses méthodes d’apprentissage profond. En
effet, il est possible de faire deux types d’évaluation sur cette base de données : une
évaluation du niveau de l’utilisateur (Classification Expert/Novice/Intermédiaire)
ou bien une évaluation au travers d’un score de la qualité du geste (Régression sur
les scores OSATS présentés Section 3.3.1).

La base de données JIGSAWS (Section 3.3.1) possède assez peu d’exemples par
tâche, ce qui rend complexe l’utilisation de méthodes fondées sur l’apprentissage
profond. Pour augmenter la taille de la base de données, Wang et al. divisent
chaque essai en petits segments à l’aide d’une fenêtre glissante de taille fixe [Wang
and Fey, 2018]. La classe donnée à chaque segment est identique à celle de l’exemple
de base. Par la suite, un réseau convolutionnel est entraîné afin de classifier les
segments. L’utilisation de cette stratégie permet d’augmenter considérablement
le nombre d’exemples, néanmoins ils ne sont plus non corrélés. Le modèle défini
par Wang et al. est présenté Figure 3.5. Il est assez classique dans le sens où il
est composé de couches convolutionnelles et de max-pooling dans une première
partie, puis de couches entièrement connectées. Les signaux d’entrées étant de
taille fixe (extraction à partir de la fenêtre glissante), il n’est pas nécessaire de
gérer le problème de la longueur des signaux temporels.

Figure 3.5: Modèle utilisé pour la classification des gestes chirurgicaux en
fonction du niveau du participant [Wang and Fey, 2018].
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Toujours dans le but de prédire le niveau d’expertise des personnes réalisant
la tâche, Fawaz et al. utilisent également les données cinématiques de la base mais
de manière différente [Fawaz et al., 2018]. En regroupant ces données selon leur
type (position, accélération, rotation), ils proposent d’extraire des caractéristiques
inhérentes au type de données à l’aide d’un CNN. A chaque couche, les caractéris-
tiques sont regroupées, jusqu’à arriver à un vecteur latent représentant la séquence
d’entrée, utilisé pour prédire le niveau d’expertise. Grâce à l’architecture du réseau
convolutionnel, il est également possible de retrouver les moments qui ont motivé
la décision du réseau.
Enfin Funke et al. proposent d’utiliser les enregistrements vidéos de chaque tâche
pour entraîner un réseau convolutionnel 3D (images 2D + temps) à reconnaître le
niveau d’expertise [Funke et al., 2019]. Le nombre de paramètres à apprendre pour
ce type de réseau est énorme, il est donc nécessaire d’avoir un grand nombre de
données. Cependant pour répondre à cette problématique, les auteurs utilisent un
réseau pré-entrainé sur une autre base de données. Cette stratégie permet d’avoir
un réseau 3D capable d’extraire des caractéristiques spatio-temporelles qui sont
utilisée par un autre réseau sur des bases de données de taille réduite.

Pour avoir une évaluation plus fine des compétences, il est intéressant d’en-
traîner des modèles à régresser les scores plutôt que de prédire les trois classes
d’expertise.
Ainsi, Doughty et al. utilisent une architecture siamoise pour estimer le score des
exemples d’entrée [Doughty et al., 2018]. L’utilisation de réseaux siamois permet
d’augmenter la taille de la base d’apprentissage, car l’entrée est constituée d’une
paire d’exemples et non plus d’un exemple seul. Dans leur principe, les réseaux
siamois permettent de comparer les deux exemples d’entrée pour prédire lequel est
le meilleur. Ceci permet donc de trier les exemples selon leur niveau de réalisation.
Par la suite et afin de pouvoir fournir un retour sur les erreurs commises pendant la
réalisation d’une tâche, deux modules d’attention ont été ajoutés [Doughty et al.,
2019]. Ces modules permettent au réseau de se focaliser, pour l’un sur les instants
avec un haut niveau de compétence et pour l’autre sur les instants correspondant
à un faible niveau de compétences. Par la suite, il est assez aisé de montrer ces
instants aux participants afin qu’ils puissent apprendre à corriger leurs gestes.
Une illustration du tri des exemples selon leur niveau de réalisation, extraite de
[Doughty et al., 2019], est présentée Figure 3.6.

Les deux méthodes présentées précédemment ont toutes utilisé une architec-
ture siamoise pour entraîner leur réseau, avec la même fonction de coût : une
fonction de coût par paire. Ce type de fonction de coût permet de n’avoir que des
annotations relatives des exemples, i.e. quel exemple est le meilleur dans une paire
donnée. Cependant son utilisation limite l’application puisqu’il est impossible de
prédire les véritables scores. En effet les méthodes de classement (tri) par paires
ne conduisent qu’à une valeur qui respecte l’ordre des scores, mais qui peut être
très éloignée de la vérité.
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Figure 3.6: Illustration du processus de tri des exemples selon leur niveau de
réalisation avec un module d’attention [Doughty et al., 2019].

3.2.2.2 Évaluation de Gestes Sportifs

De même que pour les gestes chirurgicaux, le développement de modèles de
réseaux de neurones pour l’évaluation de gestes sportifs a été encouragé par la
mise à disposition de bases de données publiques annotées regroupant des gestes
ou des tâches sportives évaluées.

Pour le basket-ball, une base de données a ainsi été développée [Bertasius
et al., 2016]. Composée de vidéos filmées du point de vue du joueur (une caméra
a été fixée sur le torse des joueurs) et ensuite annotée par un expert, cette base de
données a permis de développer des réseaux capables d’évaluer les performances
d’un joueur à partir des vidéos, grâce à un réseau LSTM. De la même manière
que pour la chirurgie, le réseau est entraîné dans une architecture siamoise afin de
comparer deux joueurs et de trouver le meilleur. De plus, il est également possible
de localiser les instants où des erreurs ont été commises. En effet, en regardant la
sortie du réseau LSTM à chaque temps, cela donne une évolution du score prédit
à l’instant t. Si ce score est positif, alors les gestes ont été bien réalisés et sinon
des fautes ont été commises.
Une autre base de données de sport, présentée Section 3.3.2, a fait l’objet de
nombreux travaux. Tout d’abord, Parmar et al. se sont concentrés uniquement
sur des vidéos tirées des jeux olympiques de deux sports : le plongeon à 10m et
le patinage artistique [Parmar and Morris, 2017]. Comme évoqué précédemment,
traiter des vidéos avec un réseau convolutionnel 3D nécessite un grand nombre
de vidéos annotées. Pour palier le manque de vidéos dans la base de données,
un modèle pré-entraîné [Tran et al., 2015] est d’abord utilisé afin d’extraire des
caractéristiques spatio-temporelles pertinentes. Cela permet de réduire le nombre
de dimensions décrivant la vidéo.
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Pour réaliser l’évaluation, deux méthodes sont proposées :

— La première consiste à prédire le score une fois que toute la vidéo est passée
au travers du LSTM. Cette méthode amène donc uniquement à un score
global.

— La deuxième méthode consiste à associer à chaque segment de la vidéo, une
partie du score et à l’incrémenter à chaque nouveau segment. Ainsi le calcul
de l’erreur pour l’apprentissage ne se fait plus uniquement sur le score global,
mais à chaque segment de vidéo et donc à chaque fragment de score.

Le processus de calcul du score incrémental est présenté Figure 3.7.

Figure 3.7: Score Incrémental proposé par Parmar et al. [Parmar and Morris,
2017].

Dans la suite de leurs travaux [Parmar and Morris, 2018], Parmar et al. étu-
dient plus de sports, comme le ski et le snowboard big air. En remarquant que des
figures, telles que les saltos ou les vrilles, sont présentes dans tous les sports de la
base de données, les auteurs ont fait l’hypothèse qu’entraîner un seul modèle pour
tous donnerait de meilleurs résultats de régression que d’entraîner un modèle par
sport. Cette mise en commun est effectivement bénéfique pour la régression des
scores. Le modèle utilisé pour la prédiction des scores est présenté Figure 3.8.

Enfin, une dernière approche développée par Parmar et al. a été introduite
[Parmar and Morris, 2019]. Cette approche multi-tâche se concentre sur un seul
sport, le plongeon. Créer un seul réseau, qui soit capable à la fois de prédire le score,
de reconnaître les figures et de générer une légende pour un saut, permet au modèle
d’apprendre à extraire des caractéristiques plus générales et donc d’améliorer les
résultats pour les trois tâches.

3.2.3 Bilan

Dans cette partie, nous avons présenté les méthodes existantes pour évaluer
automatiquement la qualité d’un geste. Au vu de l’application finale qui est de
fournir un retour d’information sur la réalisation, utiliser des caractéristiques défi-
nies manuellement, telles que les profils de vitesse et d’accélération, ne semble pas
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Figure 3.8: Modèle utilisé par Parmar et al. pour la prédiction de score [Parmar
and Morris, 2018].

être une bonne solution. En effet, ces caractéristiques, définies manuellement par
un expert pour un geste donné ne sont pas généralisables à tout type de gestes.
De plus, ces méthodes dénommées "hand-crafted features" dans la littérature, sont
bien souvent bien moins performantes que les méthodes récentes utilisant des ré-
seaux de neurones profonds.

Se tourner vers des méthodes utilisant l’apprentissage profond semble donc
être la piste à envisager : d’une part, elles permettent une meilleure généralisation
à tous types de gestes, dès lors qu’une base de données a été acquise et d’autre
part, elles ont démontré leur supériorité dans l’état de l’art, aussi bien sur des
gestes sportifs que sur les gestes chirurgicaux.

Parmi les méthodes existantes pour régresser des scores, des architectures clas-
siques ou utilisant des réseaux siamois ont été présentées. Les réseaux siamois per-
mettent de comparer des exemples. Ceci permet d’une part d’augmenter la taille
de la base de données (n exemples pour un réseau simple et n2

2
pour un réseau

siamois) et d’autre part, intuitivement, d’extraire des caractéristiques plus perti-
nentes. En effet, étudier deux réalisations de gestes avec des notes différentes en
même temps permet de se focaliser sur les différences pour établir la note.

Nous avons donc décidé d’utiliser des réseaux siamois pour estimer la qualité
d’un geste.

Dans la suite du chapitre, nous présentons les deux méthodes d’évaluation
proposées et les résultats de ces méthodes sur deux bases de données différentes :
une de gestes sportifs et une autre de gestes chirurgicaux. Ces deux bases sont
très différentes dans les gestes réalisés mais aussi, dans le processus de captation
des données : tandis que pour les gestes chirurgicaux, nous utilisons les données
cinématiques des outils de laparoscopie, l’étude des gestes sportifs est directement
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réalisée à partir de données vidéos. Montrer les performances de la méthode sur
deux bases aussi différentes permettra donc de conclure quant à sa généricité.

3.3 Base de Données d’Évaluation de Gestes

Que ce soit pour l’évaluation automatique ou la reconnaissance de gestes, il
est nécessaire de créer un modèle et de l’entraîner à réaliser cette tâche. L’entraî-
nement nécessite d’avoir recours à des bases de données, annotées ou non, qui vont
représenter au mieux les gestes que l’on cherche à reconnaître par exemple.

Dans cette section, nous présentons les deux bases de données utilisées dans la
suite du manuscrit pour réaliser l’évaluation automatique de la qualité d’un geste.

3.3.1 Gestes Chirurgicaux

La base de données JIGSAWS [Gao et al., 2014] comprend trois tâches stan-
dards figurant dans la plupart des programmes de formation à la formation en
RMIS, comme illustré Figure 3.9 :

— Faire deux nœuds ;

— Faire quatre points de suture ;

— Passer une aiguille à travers un parcours.

(A) Faire deux nœuds (B) Suture (C) Parcours d’aiguille

Figure 3.9: Illustration des 3 tâches présentes dans la base de données JIG-
SAWS [Gao et al., 2014].

Toutes ces tâches sont exécutées à l’aide du système chirurgical daVinci R© (In-
tuitive Surgical Inc., Sunnyvale, États-Unis). Ce robot télémanipulé, qui comporte
une partie maître (la partie que le chirurgien manipule) et une partie esclave (la
partie du robot avec les outils qui opère), a révolutionné la MIS. En effet, contrai-
rement aux outils classiques de MIS, les pinces du robot ont deux rotations suivant
les axes orthogonaux à la tige de l’outil. Cela donne donc des degrés de liberté en
plus et permet de se déplacer plus librement dans le corps du patient. Cependant,
le robot ne fournit aucun retour de force, le chirurgien ne ressent pas la force qu’il
met lorsqu’il prend un organe, ou bien lorsqu’un de ses mouvements touche un
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organe hors de son champs de vision.

Figure 3.10: Le robot daVinci R© utilisé dans la base de données JIGSAWS

L’enregistrement des tâches est effectué grâce à l’interface du robot pour les
données cinématiques et grâce aux caméras endoscopiques. Les caméras enre-
gistrent à une fréquence de 30 Hz avec une résolution de 640x480 pixels. Les
données cinématiques sont elles aussi enregistrées à une fréquence de 30HZ et sont
synchronisées avec la vidéo. Chaque tâche de la base est effectuée cinq fois par huit
chirurgiens de différents niveaux, ce qui donne 39 essais pour la tâche de suture,
36 pour la tâche de nœuds et 28 pour la dernière tâche du parcours d’aiguille, car
des essais étaient inutilisables. La durée moyenne, la même pour les trois tâches,
est de deux minutes.

Les mesures de la base de données comprennent les vidéos de la caméra endo-
scopique, ainsi que des données cinématiques du robot. Ces données cinématiques
comprennent la position (x, y, z ), la vitesse (vx, vy, vz), la matrice de rotation
(R de dimension 9), la vitesse de rotation (α, β, γ), et l’angle de préhension (θ),
pour chaque manipulateur (maître et esclave), ce qui amène à un vecteur temporel
de dimension 76 (19 × 4). Pour nos expériences, nous n’utilisons que les données
cinématiques.

Chaque essai a été annoté manuellement par un chirurgien expert selon une
approche OSATS (Objective Structured Assessment of Technical Skills) [Martin
et al., 1997]. Les critères OSATS sont présentés dans le tableau 3.1. Cette approche
contient six éléments différents notés sur une échelle de Likert, de 1 à 5. À partir
de ces scores, un score global de classement (GRS) est calculé en additionnant
les six scores précédents, i.e. le GRS va de 5 à 30. Nous proposons ici d’estimer
automatiquement ce score à partir des données cinématiques.

Dans les annotations, les tâches sont également découpées en sous-gestes.
Ainsi, chaque essai est étiqueté avec l’index du sous-geste effectué G1 à G15. Tous
les sous-gestes ne sont pas présents dans toutes les tâches.
Les sous-gestes et leurs descriptions sont présentés Table 3.2.
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Élement à Évaluer Echelle de Notation

Respect des Tissus

1 - Trop de force lors de
la manipulation des tissus
3 - Manipulation soigneuse des tissus
mais cause parfois des dommages
5 - Manipulation adéquate des tissus

Prise en Main de l’Aiguille

1 - Gestes incertains et
enchevêtrements répétés du fil
3 - La majorité des noeuds sont bien placés
avec une tension adéquate
5 - Excellent contrôle de l’aiguille et du fil

Temps et Mouvement

1 - Trop de mouvements inutiles
3 - Mouvements efficaces malgré
quelques mouvements inutiles
5 - Efficacité maximale et
aucun mouvement inutile

Fluidité de l’Opération

1 - Nombreuses pauses pour penser
aux prochains mouvements
3 - Réussit à planifier quelques
mouvements à l’avance
5 - Planification parfaite de l’opération
avec des transitions efficaces entre les mouvements

Performance Globale
1 - Novice
3 - Compétent
5 - Très compétent et experimenté

Qualité Finale de la Réalisation
1 - Novice
3 - Compétent
5 - Très compétent et experimenté

Table 3.1: Tableau des critères pour l’attribution du score OSATS

3.3.2 Gestes Sportifs

La base de données de gestes sportifs est la base AQA-7 [Parmar and Morris,
2018]. Dans cette base de données, acquise lors des Jeux Olympiques d’hiver ou
d’été, 7 sports sont présents, allant du plongeon au ski, pour un total de 1106
vidéos. Les détails de la base sont présentés Table 3.3.

Dans chaque vidéo, une seule figure est exécutée, sauf pour le trampoline où
une vidéo est une séquence de figures. Comme cela a été fait dans [Parmar and
Morris, 2018], le trampoline est exclu de nos tests. En effet, les annotations pour
ce sport n’étant pas présentes dans la base de données, il est impossible de les
utiliser. Les différents sports sont présentés Figure 3.11.
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Index S PA N Description

G1 X X X Prendre l’aiguille avec la pince droite
G2 X X Positionner l’aiguille
G3 X X Passer l’aiguille à travers un tissu
G4 X X Transférer l’aiguille de la pince gauche à la droite
G5 X X Aller au centre avec l’aiguille
G6 X X Tirer la suture avec la pince gauche
G7 X Tirer la suture avec la pince droite
G8 X X Orienter l’aiguille
G9 X Utiliser la pince droite pour resserrer la suture
G10 X Tirer le fil pour le libérer
G11 X X X Laisser tomber le fil et se déplacer vers les points finaux
G12 X Prendre l’aiguille avec la pince gauche
G13 X Faire une boucle autour de la main droite
G14 X Atteindre la suture avec la pince droite
G15 X Tirer la suture avec les deux pinces

Table 3.2: Description des sous-gestes inclus dans la Suture (S), le Passage de
l’Aiguille (PA) et les Nœuds (N) comme proposé par [Gao et al., 2014].

Sport Nombre
d’exemples

Longueur Moyenne
(Échantillons)

Variation
des Scores

Plongeon 10m 370 97 21.60 - 102.60
Table de Saut 176 87 12.30 - 16.87
Ski Big Air 175 132 8 - 50
Snowboard Big Air 206 122 8 - 50
Plongeon Sync. 3m 88 156 46.20 - 104.88
Plongeon Sync. 10m 91 105 49.80 - 99.36
Trampoline 83 634 6.72 - 62.99

Table 3.3: Description des différents sports de la base de données AQA-7 [Par-
mar and Morris, 2018].

Afin de palier les différences de durée entre les différents sports et essais, toutes
les vidéos de la base de données ont été rééchantillonnées par les auteurs à une
longueur fixe de 103 images. Les scores dépendent à la fois de la réalisation et de
l’atterrissage. Chaque sport a sa propre échelle de score. Par exemple, les scores
pour le plongeon vont de 45 à 100 tandis que les scores en gymnastique vont de
10 à 20.

3.4 Les Réseaux Siamois pour l’Évaluation de la
Qualité d’un Gestes

L’évaluation automatique de la qualité d’un geste passe par deux grandes
étapes : extraire des caractéristiques spatio-temporelles et entraîner un modèle
statistique à prédire le niveau de qualité du geste. En utilisant des réseaux de
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(A) Plongeon 10m (B) Table de Saut (C) Ski Big Air

(D) Snowboard Big Air (E) Plongeon Synchronisé
3m

(F) Plongeon Synchronisé
10m

Figure 3.11: Illustration des sports de la base de données AQA-7.

neurones, il est possible de rassembler ces deux étapes en une. Les réseaux siamois
ayant montré de bons résultats à la fois sur des gestes chirurgicaux mais également
sur des gestes sportifs [Doughty et al., 2019, 2018; Li et al., 2019], nous nous
sommes orientés vers cette architecture. Une représentation de l’architecture d’un
réseau siamois est présentée Figure 3.12.

Exemple ti Sous-Réseau f (ti)

Exemple t j Sous-Réseau f (t j)

Poids Partagés
D(ti, t j)

Comparaison de
f (ti) et f (t j)

Figure 3.12: Illustration d’un réseau siamois.

Deux exemples ti et tj sont présentés en entrée de l’architecture. Ils passent
chacun dans le même sous-réseau qui fournit les sorties f(ti) et f(tj) respective-
ment. Les sorties de ces deux branches sont ensuite comparées pour arriver à la
sortie finale D(ti, tj) du réseau. Le but du réseau siamois étant de comparer les
exemples, seule D(ti, tj) est supervisée pour déterminer lequel des exemples d’en-
trée est le meilleur. Ainsi, les sorties intermédiaires du sous-réseau f(ti) et f(tj)

sont valides dès lors qu’elles respectent l’ordre de qualité des exemples d’entrée.
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3.4.1 Fonction de Coût pour Réseaux Siamois

Ainsi, et comme présenté Section 2.2.1.4, les réseaux siamois permettent de
comparer deux entrées. En triant les sorties intermédiaires du réseau f(ti), ceci
permet d’aboutir à un classement des exemples par ordre de qualité. Du coté
des annotations de la base de données, ce type d’architecture ne demande pas
d’attribuer un score à chaque exemple, mais de déterminer, pour chaque paire
d’exemples, lequel est le meilleur. Ces annotations relatives sont bien plus faciles
à obtenir et demandent moins d’expertise.
Ainsi, la sortie idéale D(ti, tj) du réseau siamois est, pour l’évaluation :

D(ti, tj) =


1 si ti est meilleur que tj
−1 si tj est meilleur que ti
0 s’il y a égalité.

Compte tenu de cette sortie, les réseaux siamois sont entraînés en utilisant
une fonction de coût par paire [Wang et al., 2014; Yao et al., 2016; Doughty et al.,
2019; Li et al., 2019]. En considérant uniquement les paires d’entrées (ti, tj) telles
que D(ti, tj) = 1, la fonction de coût par paire LSiamPair

est définie par :

LSiamPair
=

∑
(ti,tj)/D(ti,tj)=1

max
(
0,m− f(ti) + f(tj)

)
(3.1)

où m, la marge, est généralement égale à 1. Elle permet d’imposer une grande
différence entre les valeurs de f(ti) et f(tj) dès lors que l’exemple ti et meilleur
que tj. Ceci force le réseau à se positionner lors de la comparaison, plutôt que
de donner à chaque fois des valeurs très similaires. En effet, la paire (ti, tj) arrête
de contribuer à la fonction de coût dès lors que f(ti) − f(tj) > 1 et continue d’y
contribuer sinon.
Si la contrainte sur les paires D(ti, tj) = 1 est libérée, toutes les paires d’entrée
sont considérées et la fonction de perte LSiamPair

peut être réécrite :

LSiamPair
=
∑
(ti,tj)

max
(
0,m− sgn(D(ti, tj))(f(ti)− f(tj))

)
(3.2)

où sgn() est la fonction de signe.
Avec cette fonction perte, le modèle produit des scores f(ti), qui peuvent être utiles
pour classer les exemples. Cependant, cette fonction de perte n’estime qu’un ordre
de classement, de sorte que la mesure de qualité f(ti) peut être éloignée de la valeur
réelle du score, si. Comme illustré Figure 3.13, il y a une multitude de possibilités
dans la prédiction des scores. En effet, si la seule contrainte est de respecter l’ordre
de classement des exemples, alors il est possible de prédire des valeurs très proches
les unes des autres (fonction f1 Figure 3.13), ou bien de respecter la différence de
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scores, mais de prédire des valeurs très éloignées de la vérité terrain (fonction f2
Figure 3.13).

ti si f1(ti) f2(ti)

t1 4 0 6
t2 9 1 11
t3 10 2 12
t4 20 3 22

Figure 3.13: Illustration des problèmes induits par la fonction de coût
LSiamPair

et des différences autorisées entre les scores estimés f(ti) et les scores
réels dans deux cas f1 et f2.

Ainsi, dès que sgn(D(ti, tj))(f(ti) − f(tj)) > m, la paire (ti; tj) respecte les
contraintes d’ordre et cesse donc de contribuer à la perte, même si les scores sont
très éloignés des scores réels.

Comme notre objectif est d’estimer les scores si, nous proposons de changer la
sortie du réseau siamois et d’estimer l’écart de score entre ti et tj, ∆ij = si−sj. Pour
y parvenir, nous proposons d’utiliser comme fonction de perte, l’erreur quadratique
moyenne (Mean Square Error - MSE ) :

LSiamMSE
=
∑
(ti,tj)

(
f(ti)− f(tj)−∆i,j

)2 (3.3)

L’estimation f(ti) du modèle siamois respecte bien maintenant le classement
mais aussi l’écart entre les scores. Cependant, les estimations peuvent être décalées
dans l’espace de sortie. En effet rien ne contraint la sortie f(ti) à respecter la
valeur des scores, ce qui peut entraîner une constante additive entre la sortie et la
vérité-terrain, comme illustré par la fonction f2 Figure 3.13. Nous proposons deux
solutions pour remédier à ce problème. La première est un fine-tuning du réseau
et la seconde consiste à apprendre un réseau siamois multi-tâches.

3.4.2 Réseau Siamois à Sorties Multiples

La première solution consiste à utiliser une fonction de coût multiple. En effet,
en rajoutant une contrainte pendant l’apprentissage sur une des deux branches du
réseau siamois, les sorties f(ti) et f(tj) vont correspondre aux scores réels et non
plus seulement conserver le classement des exemples.

L’objectif de ce réseau siamois à deux sorties est à la fois de comparer les sorties
des deux sous-réseaux, mais aussi d’utiliser la mesure estimée f(ti) pour prédire
le véritable score si. La fonction de coût ajoutée LSingle est également fondée sur
la MSE :
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Exemple ti Sous-Réseau f (ti)

Exemple t j Sous-Réseau f (t j)

Poids Partagés ∆i j = f (ti) − f (t j)

ŝi

Figure 3.14: Illustration de la fonction du réseau siamois à sorties multiples.

LSingle =
∑
ti

(
f(ti)− si

)2 (3.4)

Une seule sous-sortie est ajoutée à la sortie globale du réseau, puisque les
poids et les paramètres sont partagés entre les deux sous-réseaux. L’ajout des
deux sorties à la sortie globale pourrait conduire à un entraînement inefficace, en
raison de conflits lors de la rétro-propagation du gradient. Pour former le réseau,
la fonction de coût LSingle est ajoutée à l’une des deux fonctions de coût siamoises,
soit LSiamMSE

ou LSiamPair
.

L = (1− λ)LSiam + λLSingle (3.5)

Un paramètre de pondération λ est introduit afin d’obtenir le meilleur com-
promis entre le classement et la prédiction du score. Avec cette fonction de coût
globale, la mesure estimée f(ti) n’est plus décalée du score réel si. Une fois le
réseau siamois entraîné, seul le sous-réseau est utilisé pour prédire le score f(ti)

associé à l’exemple ti.

3.4.3 Finetuning de Réseau Siamois

Pour enlever cette constante additive, une seconde solution consiste à réen-
traîner le réseau afin qu’il se centre sur la vérité-terrain. Un finetuning est souvent
utilisé dans le cas dans de base de données ayant une taille réduite. Par exemple,
Gong et al., ne disposant que de peu de données réelles, entraînent un réseau sur
des données de simulation dans un premier temps et dans un second temps sur les
données réelles [Gong et al., 2019]. Ainsi le réseau apprend à extraire des caracté-
ristiques pertinentes, à partir du premier jeu de données. Une fois cela réalisé, il
suffit juste d’ajuster finement les poids des neurones afin que des résultats simi-
laires soient obtenus sur les données réelles.
En s’inspirant de ce principe, nous avons décidé de réaliser un fine-tuning d’une des
branches du réseau siamois. Dans un premier temps, le réseau siamois est entraîné
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de manière classique avec une des deux fonctions de coût présentées Section 3.4.1.
Dans un second temps, une branche est extraite de l’architecture siamoise et les
poids de la dernière couche sont ajustés lors d’un second entraînement sur les
entrées individuelles avec leurs scores. Les poids des autres couches sont gelées,
lors de ce second apprentissage. La fonction de coût utilisée pour apprendre cette
dernière couche est la MSE, comme représenté Figure 3.15.

PREMIER ENTRAÎNEMENT

Exemple ti Sous-Réseau f (ti)

Exemple t j Sous-Réseau f (t j)

Poids Partagés ∆i j = f (ti)− f (t j)

DEUXIÈME ENTRAÎNEMENT

Poids
B

loqués
+

Fine-tuning

Exemple ti Sous-Réseau f (ti) ŝi

Figure 3.15: Illustration de la méthode de finetuning d’un réseau siamois.

Ce second apprentissage permet d’ajuster les poids de la dernière couche du
réseau afin qu’il ne prédise pas simplement une mesure respectant le classement
ou l’écart entre les scores, mais les scores en eux-même.

3.5 Résultats

Les approches présentées Section 3.4 ont été testées avec deux types de sous-
réseaux : un réseau convolutif temporel et un réseau fondé sur les LSTM. Deux
applications sont également étudiées : l’évaluation du sport sur la base de données
AQA-7 [Parmar and Morris, 2018] et l’évaluation des compétences chirurgicales sur
la base de données JIGSAWS [Gao et al., 2014]. Ces applications nous permettent
de travailler sur différents signaux d’entrée tels que des données cinématiques ou
des vidéos. Afin de mettre en évidence les avantages de la méthode proposée, nous
la comparons avec d’autres méthodes :

— Une simple régression sur le score en utilisant la fonction de coût MSE ;

— Un réseau siamois avec la fonction de coût par paire (équation 3.2) ;
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— Un réseau siamois avec la fonction de coût MSE (équation 3.3) ;

— Un réseau siamois avec la fonction de coût par paire et un finetuning (équa-
tion 3.2) ;

— Un réseau siamois avec la fonction de coût MSE et un finetuning (équa-
tion 3.3).

— Un réseau siamois avec la fonction de coût par paire et un apprentissage
multi-tâches (équation 3.2) ;

— Un réseau siamois avec la fonction de coût MSE et un apprentissage multi-
tâches (équation 3.3).

Pour évaluer à la fois la prédiction des scores et le classement des scores, deux
mesures d’évaluation sont utilisées :

— La Racine carrée de l’erreur quadratique moyenne (Root Mean Square Error
- RMSE ) qui représente bien l’erreur de prédiction des scores est définie par :

RMSE =

√∑
i

(ŝi − si)2
n

(3.6)

Cette valeur doit être minimale, afin de montrer une prédiction des scores
précises.

— La précision par paire, Accpair, définie comme le pourcentage de paires cor-
rectement classées dans l’ensemble de test :

Accpair =
Npaires correctes

Ntotal

(3.7)

Cette mesure est représentative de la validité du classement des paires d’exemples,
et doit être la plus grande possible afin de refléter un bon classement.

Chaque expérience a été réalisée dix fois, la moyenne et l’écart-type sont présentés
dans les résultats.

3.5.1 Gestes Chirurgicaux

Pour évaluer des gestes chirurgicaux, il a été décidé d’utiliser la base de données
publique JIGSAWS, présentée Section 3.3.1. Cela permet ainsi de comparer notre
approche avec l’état de l’art.

3.5.1.1 Modèle utilisé dans le Réseau Siamois

Au vu du peu d’exemples présents dans la base JIGSAWS (environ 40 essais
par tâche), entraîner un réseau à évaluer un geste à partir du flux vidéo paraît
compliqué. C’est pourquoi nous avons décidé d’utiliser les données cinématiques
disponibles. En entrée du réseau, nous retrouvons donc un signal temporel ti de
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dimension 1×76×T où T est la longueur temporelle et 76 représente le nombre de
caractéristiques extraites présentées Section 3.3.1. Chacune des 76 caractéristiques
est normalisée en soustrayant sa valeur moyenne et en la divisant par son écart
type.

Pour extraire les caractéristiques de ces signaux multi-dimensionnels, le sous-
réseau comprend des couches de convolution 1D, des couches de max-pooling et
une couche entièrement connectée.
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Figure 3.16: Représentation du réseau utilisé pour l’évaluation automatique
de la qualité de gestes chirurgicaux.

Plus particulièrement, le sous-réseau est composé de deux couches à convolu-
tion 1D avec respectivement 76 et 38 filtres de taille 2 (Figure 3.16). Entre les deux
couches, un max-pooling et une normalisation par batch sont appliqués, afin de ne
conserver que la moitié de la dimension temporelle d’entrée et d’éviter d’avoir des
entrées pour les couches de convolutions qui aient des valeurs trop importantes.
Après la dernière couche de convolution, une couche de pooling global sur la di-
mension temporelle est effectuée sur chaque filtre pour obtenir une représentation
indépendante de la longueur du signal d’entrée. Le vecteur latent possède donc
38 dimensions. Le réseau se termine par une couche entièrement connectée qui
permet de prédire la mesure f(ti). Les poids de chaque couche sont initialisés avec
un bruit gaussien de moyenne zéro et d’écart-type de 0.01. La régularisation L2
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est utilisée sur les poids de chaque couche avec un coefficient de 0.1, pour limiter
le sur-apprentissage.

Ce sous-réseau est utilisé dans chaque branche du réseau siamois et le réseau
global est entraîné pendant 100 itérations. L’algorithme Adam [Kingma and Ba,
2015] est utilisé pour la rétropropagation du gradient en utilisant un taux d’ap-
prentissage initial de 0.001 et une taille de batch de 100 paires.

3.5.1.2 Résultats

Pour déterminer la meilleure pondération pour la fonction de coût globale, des
tests ont été effectués en faisant varier λ de 0 à 1. Les résultats (moyenne de 10
apprentissages) de RMSE et de précision par paire sont présentés Figure 3.17.
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Figure 3.17: RMSE et précision par paire selon le paramètre de pondération
λ de la fonction de coût pour les gestes chirurgicaux.

Lorsque le coefficient de pondération λ = 0, le fonction de coût ne comprend
que la fonction de coût siamoise, il est donc normal d’obtenir de mauvais résultats
en RMSE et de bons résultats en précision par paire. Dès que ce coefficient aug-
mente, la fonction de coût prend en compte la prédiction des scores (Équation 3.5)
et les résultats en RMSE s’améliorent. Il est important de noter, que même lorsque
la fonction de coût n’inclut plus la fonction de coût siamoise (λ = 1), les résultats
en RMSE restent très bons mais les résultats de précision par paire sont eux dé-
gradés. Le meilleur compromis entre la RMSE et la précision est atteint lorsque
λ = 0.1. Cette valeur est utilisée pour le reste des tests.

En raison du petit nombre d’occurrences dans cette base de données (environ
40 exemples pour chacune des 3 tâches), les travaux précédents étaient principa-
lement axés sur la prédiction du niveau de compétence, i.e. une tâche de clas-
sification à 3 classes : Expert, Novice ou Intermédiaire. En effet, parallèlement à
l’annotation présentée Section 3.3.1, chaque chirurgien s’est auto-proclamé Novice,
Intermédiaire ou Expert. Parmi les quelques travaux sur la prédiction du Global
Rating Score (GRS), la plupart d’entre eux effectuent un classement par paire en
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utilisant le réseau siamois avec une fonction de coût par paire et évaluent leur
méthode en utilisant la précision par paire. D’autre part, chacune des 3 tâches a
été traitée indépendamment.

Le premier test réalisé a pour but à mesurer l’intérêt des réseaux siamois et la
pertinence de la fonction coût MSE qui vise à faire respecter l’écart de score entre
les exemples. Les résultats sont présentés Tableau 3.4.
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Suture RMSE 5.05 ± 0.29 19.42 ± 0.31 18.97 ±0.29
Accpair 68.77 ± 3.1 76.49 ± 2.3 75.73 ±2

Parcours de
l’Aiguille

RMSE 4.94 ± 0.23 15.26 ± 0.54 15.14 ±0.39
Accpair 63.93 ± 4.4 75.48 ± 3.6 76.79 ±2.6

Noeuds RMSE 4.32 ± 0.33 15.50 ± 0.27 14.63 ±0.21
Accpair 69.17 ± 3.6 76.39 ± 2 79.86 ±3.3

Moyenne RMSE 4.77 ± 0.28 16.73 ± 0.37 16.24 ±0.23
Accpair 67.29 ± 3.7 76.12 ± 2.7 77.46 ±2.6

Table 3.4: Comparaison des fonctions de coût siamoises avec une régression.

Concernant la RMSE, qui représente l’erreur de prédiction des scores, la mé-
thode la plus efficace est une simple régression. On retrouve ainsi les explications
de la Section 3.4.1 qui montrent que les deux réseaux siamois étudiés ici ne per-
mettent pas de retrouver les scores réels.
Concernant maintenant la précision par paire, qui représente le pourcentage de
paires bien classées, entraîner le même réseau dans une architecture siamoise per-
met d’améliorer considérablement les résultats. D’autre part, même si la fonction
de coût MSE ne permet pas encore de retrouver les scores réels, elle permet d’amé-
liorer la précision par paire et donc, le classement des exemples. Ainsi, la prédiction
des écarts de scores aide le réseau pour la tâche de classement des exemples. Ceci
s’explique intuitivement par l’apport d’annotations bien plus riches : savoir qu’un
exemple a un score supérieur de 3 à un autre exemple est bien plus riche que de
simplement savoir qu’il est supérieur.

Pour améliorer les résultats d’estimation des scores, les deux méthodes présen-
tées dans la Section 3.4 sont testées sur cette base de données. Les résultats sont
présentés Tableau 3.5.

Comme prévu, l’entraînement du modèle avec une architecture siamoise donne
une meilleure capacité de classement (Accpair) qu’une simple régression. Toutefois,
en ce qui concerne la prédiction des scores (RMSE), les deux réseaux formés dans
une architecture siamoise classique obtiennent de loin les pires résultats. Cela est
logique, car leur objectif est de prédire les écarts de scores (LSiamMSE

) ou de classer
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Classique Multi-tâches Finetuning
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Suture RMSE 5.05 ± 0.29 19.42 ± 0.31 18.97 ±0.29 4.65 ± 0.17 4.33 ± 0.2 4.73 ± 0.23 4.93 ± 0.36
Accpair 68.77 ± 3.1 76.49 ± 2.3 75.73 ±2 71.59 ± 2.02 74.32 ± 2.4 72.87 ± 3.5 69.12 ± 4.6

Parcours de
l’Aiguille

RMSE 4.94 ± 0.23 15.49 ± 0.54 14.63 ± 0.39 3.75 ± 0.15 3.38 ± 0.18 4.34 ± 0.24 4.46 ± 0.34
Accpair 63.93 ± 4.4 76.38 ± 3.6 76.79 ±2.6 74.42 ± 2 77.9 ± 2.04 70.69 ± 1 72.86 ± 2.7

Noeuds RMSE 4.32 ± 0.33 15.25 ± 0.27 15.14 ±0.21 4.69 ± 0.13 4.31 ± 0.18 4.53 ± 0.28 4.05 ± 0.24
Accpair 69.17 ± 3.6 75.47 ± 2 79.86 ±3.3 74.43 ± 2.9 72.84 ± 2.9 70.95 ± 1.2 71.53 ± 3.3

Moyenne RMSE 4.77 ± 0.28 16.73 ± 0.37 16.24 ±0.23 4.33 ± 0.15 4.13 ± 0.18 4.53 ± 0.25 4.48 ± 0.31
Accpair 67.29 ± 3.7 76.12 ± 2.7 77.46 ±2.6 72.27 ± 2.31 75.02 ± 2.45 71.5 ± 1.9 71.17 ± 3.5

Table 3.5: Comparaison des méthodes pour les tâches chirurgicales.

les essais (LSiamPair
) et non d’estimer les scores.

L’utilisation d’une fonction de coût multi-tâches et du finetuning se traduit par
des RMSE plus faibles et donne de meilleurs résultats qu’une simple régression.
Cependant, la capacité de classement est légèrement réduite, probablement en
raison des fortes contraintes de prédiction des scores ajoutées par la fonction de
perte Lsingle pour la méthode de fonction de coût multiple. En effet, avec la fonction
de perte multiple, un compromis entre le classement et la prédiction des scores est
trouvé.

Un autre résultat important sur le réseau siamois est que l’utilisation d’une
fonction de coût MSE sur les écarts améliore les résultats par rapport à la fonc-
tion de coût standard de la littérature fondée sur le classement, même pour une
application de classement (Accpair).

Nous comparons également nos résultats avec les travaux de la littérature
Table 3.6.

Précision par paire Accpair

Doughty et al.[Doughty et al., 2018] 70.2
Li et al. [Li et al., 2019] 73.1

Nous (Finetune + LSiamMSE
) 71.17

Nous (Multi-tâches + LSiamMSE
) 75.02

Table 3.6: Précision par paire pour les méthodes de l’état de l’art.

Comme on peut le constater, le réseau multi-tâches proposé dépasse l’état de
l’art pour la tâche de classement des scores, même si le but recherché n’était pas
celui-ci. Nous ne présentons pas une comparaison concernant la vraie estimation
des scores car cette tâche n’a pas été traitée dans la littérature sur cette base de
données, les réseaux siamois classiques n’étant pas adaptés.
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3.5.2 Gestes Sportifs

Pour les gestes sportifs, notre choix s’est porté sur la base AQA-7 [Parmar
and Morris, 2018], présentée Section 3.3.2. Des modèles ayant déjà été entraînés
sur cette base, il est aisé de comparer nos résultats à ceux de l’état de l’art. Afin
de pouvoir comparer facilement les résultats, les scores de tous les sports ont été
normalisés, en enlevant la valeur moyenne et en la divisant par l’écart type, i.e.,
les scores se situent pour la plupart entre -1 et 1.

3.5.2.1 Modèle utilisé dans le Réseau Siamois

L’entrée du modèle est composée uniquement des vidéos. Les vidéos compor-
tant de nombreuses dimensions et la taille de la base de données étant assez faible,
entraîner directement un réseau sur les vidéos est délicat. Aussi, nous extrayons
des vecteurs de caractéristiques à partir des vidéos en utilisant le réseau C3D créé
par Tran et al. [Tran et al., 2015], comme [Parmar and Morris, 2018]. Le réseau
C3D a prouvé son efficacité dans la préservation des informations temporelles et
spatiales dans les vidéos, puisqu’il surpasse des réseaux CNN 2D, lorsqu’il est uti-
lisé pour des tâches de classification [Tran et al., 2015]. En outre, ce modèle a été
appris sur la base de données Sports-1M [Karpathy et al., 2014], qui comprend
de nombreux sports qui sont également présents dans la base de données AQA-7.
Pour avoir un vecteur latent représentatif, les vecteurs sont récupérés de la sixième
couche de neurones du réseau C3D, ce qui amène à un vecteur de dimension 4096.
Ce vecteur est extrait à partir de segments de vidéo de taille 16, découpés grâce
à une fenêtre glissante et un pas de la taille du segment, soit 16. Les images de
la base étant plus grandes, que celles sur lesquelles le réseau C3D a été entraîné,
elles sont donc redimensionnées. ((320× 240pixels)→ (172× 128pixels))

Figure 3.18: Illustration du modèle utilisé pour la régression des scores pour
les gestes sportifs.

Un réseau LSTM [Hochreiter and Schmidhuber, 1997], comme dans [Parmar
and Morris, 2018], est ensuite utilisé pour régresser les scores. Cette couche LSTM
prend les caractéristiques C3D en entrée et produit un vecteur latent de dimen-
sion 256. Une couche de neurones entièrement connectés est ensuite ajoutée pour
prédire la mesure f(ti). Le sous-réseau correspondant est illustré Figure 3.18.
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La régularisation L2 est utilisée sur les poids de chaque couche avec un co-
efficient de 0.1, pour limiter le sur-apprentissage. Ce sous-réseau est utilisé dans
chaque branche du réseau siamois et le réseau global est entraîné pendant 100
itérations. L’algorithme Adam [Kingma and Ba, 2015] est utilisé pour la rétropro-
pagation du gradient en utilisant un taux d’apprentissage initial de 0.001 et une
taille de batch de 15 paires.

3.5.2.2 Résultats

Pour déterminer la meilleure pondération, des tests ont été effectués en faisant
varier λ de 0 à 1. Les résultats moyens de la RMSE et de la précision par paire
sont présentés Figure 3.19.
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Figure 3.19: RMSE et précision par paire selon le paramètre de pondération
λ de la fonction de coût pour les gestes sportifs.

La même tendance que pour les gestes chirurgicaux est observée sur les gestes
sportifs. Lorsque le coefficient de pondération est nul (λ = 0), la RMSE est au
plus haut de même que la précision par paire. Dès que ce coefficient est non nul,
les résultats de RMSE baissent et sont donc meilleurs. Cependant les résultats de
précision par paire sont eux moins bons. Enfin, lorsque λ = 1, les résultats de
précision par paire sont au plus bas et ceux en RMSE ne sont pas les meilleurs,
comme avec les gestes chirurgicaux. Le meilleur compromis est obtenu pour λ entre
0.1 et 0.3. Nous utilisons λ = 0.1 dans les résultats suivants.

Les méthodes ont été évaluées de la même manière que les méthodes d’éva-
luation des compétences chirurgicales (Section 3.5.1.2). Le premier test visant à
montrer l’intérêt d’une fonction coût MSE sur les écarts de scores, sont présentés
Table 3.7.

Les mêmes observations que pour la chirurgie peuvent être faites : entraîner
un réseaux dans une architecture siamoise améliore la précision par paire mais
augmente les erreurs de régression sur les scores, car ces réseaux ne sont pas conçus
pour régresser des scores. Pour améliorer les résultats en RMSE, les deux méthodes
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Plongeon RMSE 0.71 ± 0.05 1.1 ± 0.08 0.98 ± 0.08
Accpair 77.26 ± 1.01 77.08 ± 0.96 76.41 ± 1.04

Table de Saut RMSE 0.67 ± 0.014 1.13 ± 0.14 0.88 ± 0.07
Accpair 75.12 ± 0.82 77.59 ± 0.71 77.01 ± 0.65

Ski RMSE 0.73 ± 0.012 1.34 ± 0.15 0.87 ± 0.03
Accpair 71.52 ± 1 73.62 ± 0.65 72.74 ± 0.79

Snowboard RMSE 0.72 ± 0.015 1.04 ± 0.07 0.91 ± 0.05
Accpair 69.30 ± 0.98 71.26 ± 0.75 69.81 ± 0.53

Plongeon
Sync. 3m

RMSE 0.79 ± 0.09 0.71 ± 0.13 0.81 ±0.08
Accpair 76.53 ± 3.6 87.42 ± 0.84 87.81 ± 1.03

Plongeon
Sync. 10m

RMSE 0.74 ± 0.11 0.82 ± 0.09 0.74 ± 0.02
Accpair 78.04 ± 5.03 82.60 ± 0.93 82.92 ±1.6

Moyenne RMSE 0.73 ± 0.05 1.02 ± 0.11 0.87 ±0.06
Accpair 74.63 ± 2.09 78.26 ± 0.81 77.78 ± 0.94

Table 3.7: Comparaison des fonctions de coût siamoises avec une régression.

présentées Section 3.4 sont testées sur cette base de données. Les résultats sont
présentés Table 3.8.

Classique Multi-tâche Fine-tuned
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Plongeon RMSE 0.71 ± 0.05 1.1 ± 0.08 0.98 ± 0.08 0.80 ± 0.01 0.66 ± 0.03 0.82 ± 0.24 0.67 ± 0.19
Accpair 77.26 ± 1.01 77.08 ± 0.96 76.41 ± 1.04 77.34 ± 0.71 77.16 ± 1.09 76.23 ± 2.14 76.62 ± 2.19

Table de Saut RMSE 0.67 ± 0.014 1.13 ± 0.14 0.88 ± 0.07 0.85 ± 0.03 0.62 ± 0.016 0.66 ± 0.19 0.63 ±0.19
Accpair 75.12 ± 0.82 77.59 ± 0.71 77.01 ± 0.65 77.65 ± 0.89 78.06 ± 0.76 75.44 ± 2.14 77.73 ± 2.2

Ski RMSE 0.73 ± 0.012 1.34 ± 0.15 0.87 ± 0.03 0.88 ± 0.02 0.72 ± 0.014 0.73 ± 0.21 0.72 ±0.2
Accpair 71.52 ± 1 73.62 ± 0.65 72.74 ± 0.79 73.43 ± 0.63 73.91 ± 0.97 73.35 ± 2.12 74.56 ± 2.16

Snowboard RMSE 0.72 ± 0.015 1.04 ± 0.07 0.91 ± 0.05 0.81 ± 0.004 0.73 ± 0.012 0.70 ± 0.20 0.73 ± 0.22
Accpair 69.30 ± 0.98 71.26 ± 0.75 69.81 ± 0.53 71.21 ± 0.75 70.98 ± 0.43 70.79 ± 2.03 70.80 ± 2.05

Plongeon
Sync. 3m

RMSE 0.79 ± 0.09 0.71 ± 0.13 0.81 ±0.08 0.48 ±0.02 0.41 ± 0.02 0.75 ± 0.19 0.39 ± 0.11
Accpair 76.53 ± 3.6 87.42 ± 0.84 87.81 ± 1.03 86.49 ± 0.85 88.20 ± 0.66 82.45 ± 2.31 88.27 ±2.54

Plongeon
Sync. 10m

RMSE 0.74 ± 0.11 0.82 ± 0.09 0.74 ± 0.02 0.55 ± 0.03 0.54 ± 0.03 0.60 ± 0.16 0.54 ±0.17
Accpair 78.04 ± 5.03 82.60 ± 0.93 82.92 ±1.6 83.13 ± 1 83.65 ± 1.19 83.72 ± 2.46 83.65±2.39

Moyenne RMSE 0.73 ± 0.05 1.02 ± 0.11 0.87 ±0.06 0.73 ± 0.02 0.61 ± 0.02 0.71 ± 0.2 0.61±0.18
Accpair 74.63 ± 2.09 78.26 ± 0.81 77.78 ± 0.94 78.21 ± 0.82 78.66 ± 0.85 76.99 ± 2.2 78.61±2.26

Table 3.8: Comparaison des méthodes pour les tâches sportifs.

L’utilisation de la fonction de coût multiple, avec LSiamMSE
ou LSiamPair

, amé-
liore les résultats de RMSE et de précision par paire pour le modèle siamois. Le
même constat est fait pour les deux réseau finetuned, les résultats de RMSE sont
améliorés par rapport à une régression simple et un réseau siamois avec un seul
apprentissage.
La fonction de coût multiple avec la MSE surpasse également toutes les autres
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configurations sur la tâche de classement. L’utilisation de l’optimisation des pa-
ramètres par sport permettrait probablement d’obtenir de meilleurs résultats par
sport.

Les travaux antérieurs sur cette base de données sont limités et se concentrent
sur une seule mesure : la corrélation de Spearman [Parmar and Morris, 2018]. Cette
métrique autorise la non-linéarité entre le score réel et le score prédit puisqu’elle
prend en compte uniquement le classement. Elle est définie par :

ρ = 1− 6
∑

i di
2

N(N2 − 1)
(3.8)

où di = rank(si) − rank(ŝi) est la différence de rang entre le score réel si et le
score prédit ŝi et N est le nombre d’exemples.
Ainsi, elle ne fournit pas vraiment d’informations sur la prédiction du score réel.
Les résultats des comparaisons utilisant cette métrique sont donnés Table 3.9.

P
lo

n
ge

on

T
ab

le
d
e

S
au

t

S
ki

S
n
ow

b
oa

rd

P
lo

n
ge

on
S
yn

c.
3m

P
lo

n
ge

on
S
yn

c
10

m

M
oy

en
n
e

Single-action
C3D-SVR [Parmar and Morris, 2017] 0.79 0.68 0.52 0.4 0.59 0.91 0.69

Single-action
C3D-LSTM [Parmar and Morris, 2018] 0.6 0.56 0.46 0.5 0.79 0.69 0.62

Nous (Finetuning + LSiamMSE
) 0.69 0.72 0.65 0.55 0.91 0.86 0.73

Nous (Multi-tâches + LSiamMSE
) 0.71 0.73 0.64 0.55 0.91 0.86 0.73

Table 3.9: Corrélation de Spearman des méthodes de l’état de l’art.

Comme on peut le voir, les méthodes proposées surpassent celles de l’état de
l’art. Notons que les hyper-paramètres, tels que la taille des batchs et le taux
d’apprentissage, ont été ajustés globalement et non par sport.

3.6 Bilan

À partir de la littérature existante sur l’évaluation de gestes, il a été possible
dans ce chapitre d’en voir les forces et les défauts et par la suite d’améliorer une
approche existante de deux manières différentes.

Ainsi, nous avons décidé d’utiliser les réseaux siamois qui permettent une com-
paraison par paire d’exemples. D’une part, leurs performances sont aujourd’hui au
niveau de l’état de l’art et d’autre part, intuitivement, il semble plus facile de
comparer deux exemples pour justifier leur écart de score plutôt que d’attribuer
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une note à chacun des deux exemples. Dans le cadre de ces réseaux siamois, nous
avons apporté deux contributions.

La première contribution réside dans l’utilisation de la MSE comme fonction de
coût pour entraîner le réseau siamois. En effet, il a été montré que cette fonction de
coût, comparée aux fonctions existantes, donnait de meilleurs résultats au niveau
de la précision par paire, et donc de meilleurs résultats de classement. Ainsi, lorsque
les scores sont disponibles en annotation, il est plus judicieux d’utiliser la MSE
entre les écarts de score plutôt que des fonctions perte de classement, même pour
réaliser des tâches de classement. Cette affirmation reste à valider dans le cadre
d’autre applications comme la réidentification par exemple.

Si cette fonction coût MSE donne de bons résultats pour le classement, elle ne
résout pas le problème de l’estimation de scores : un décalage systématique peut
exister entre les scores prédits et les scores réels. Deux solutions ont été proposées
pour résoudre ce problème. La première solution vise à ajouter une seconde phase
d’apprentissage au sous-réseau : comme a priori, seul un offset existe entre les
scores prédits et les scores réels, le sous-réseau est finetuned en gelant tous ses
poids sauf ceux de la dernière couche qui s’adaptent pour corriger ce décalage. La
deuxième solution consiste à réaliser un apprentissage multi-tâches : tandis qu’une
fonction coût vise toujours à estimer l’écart entre les exemples, la seconde aura
pour but d’estimer le score réel et donc poussera à apprendre l’origine des scores.

Les deux solutions ont été testées sur deux bases de données de gestes diffé-
rentes : une de gestes chirurgicaux et l’autre de gestes sportifs. Sur ces deux bases
de données les résultats obtenus à la fois sur la RMSE entre la vérité terrain et les
scores prédits, et sur la précision par paire, sont meilleurs que ceux de l’état de
l’art.

Afin d’obtenir une application qui soit la plus complète possible, il est égale-
ment nécessaire de fournir un retour sur les erreurs commises lors de la réalisation
de geste. Cette problématique est abordée dans les chapitres suivants.
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4.1 Introduction

Évaluer est nécessaire à un bon apprentissage, que ce soit de connaissances ou
de gestes, comme vu Chapitre 3. Cependant cette évaluation seule ne permet pas
d’avoir une courbe d’apprentissage fluide. En effet, une évaluation seule indique
globalement le niveau de la réalisation, mais ne va pas rentrer dans les détails
des erreurs commises. Dans le cas de contrôle de connaissances, cette note globale
peut parfois suffire si l’évaluation se concentre sur des connaissances bien précises.
En revanche dans le cas d’un apprentissage gestuel, cette évaluation globale n’est
pas suffisante car pour évoluer le mieux possible et apprendre de manière efficace,
une information sur les erreurs commises est essentielle. Ainsi, en plus de cette
évaluation globale, il est nécessaire de trouver des stratégies pour fournir un re-
tour temporel et spatial sur les erreurs gestuelles. En effet, fournir uniquement un
retour temporel est certes intéressant, mais n’est pas suffisant. Cette information
temporelle permet de savoir qu’une erreur a été commise, mais sans correction.
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Cette correction est apportée par un retour spatial. En effet, ce retour spatial in-
dique comment cette erreur a été commise, comment le geste s’est décalé d’une
trajectoire dite idéale. Ce retour est souvent donné naturellement par un coach
dans le sport ou par un professeur dans la chirurgie. Afin de créer un coach virtuel
qui soit le plus intéressant possible, il est essentiel de développer une méthode
qui fournisse ce retour temporel et spatial en complément de l’évaluation globale
automatique.

Dans le chapitre précédent, nous avons évoqué deux grandes familles de mé-
thodes d’évaluation automatique de la qualité d’un geste : les méthodes avec des
caractéristiques manuellement définies et les méthodes "end-to-end". Selon le type
de méthode choisie, il va être plus ou moins aisé de fournir un retour sur les erreurs
commises.
Les méthodes avec des caractéristiques prédéfinies, par exemple, ne vont pas for-
cément permettre de fournir ce retour d’information. En effet, dans le cas de
caractéristiques globales, qui représentent bien les gestes, ce retour d’information
va être impossible à produire, car il sera sur ces caractéristiques, ce qui n’a aucun
intérêt pour l’apprenant.
Fournir un retour d’information automatique à partir d’une méthode end-to-end
est plus simple qu’à partir de l’autre famille de méthodes. En effet, ces méthodes
end-to-end partent des données brutes, extraient des caractéristiques et évaluent
le geste, il paraît donc plus simple, par exemple, de trouver le modèle inverse, i.e.
qui part de la note et qui remonte jusqu’aux données brutes.

Dans ce chapitre, nous proposons tout d’abord de faire un état de l’art des
méthodes existantes fournissant un retour d’information et également sur les mé-
thodes permettant d’analyser les sorties d’un réseau de neurones. Après un bilan
sur ces méthodes, nous présentons une nouvelle approche permettant de fournir un
retour d’information à la fois spatial et temporel sur la réalisation d’un geste. Les
bases de données permettant de savoir si le retour fourni est pertinent n’existant
pas, nous présentons également une base de données de signaux synthétiques pos-
sédant une vérité terrain sur l’instant et le type d’erreurs commises. La méthode
proposée et des méthodes de l’état de l’art sont ainsi testées sur cette nouvelle
base de données afin de les comparer et de savoir laquelle donne le meilleur retour
d’information.

4.2 État de l’Art

Évaluer un geste n’est pas suffisant pour permettre un apprentissage qui soit
le plus efficace possible. En effet, fournir un retour est essentiel et nécessaire au
développement des compétences. Dans ce but et en complément d’une évaluation
automatique de la qualité d’un geste, il est nécessaire de développer des techniques
afin de fournir ce retour d’information.
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Dans un premier temps, nous nous intéressons aux méthodes fournissant l’éva-
luation et le retour d’information, déjà présentes dans la littérature. Dans un se-
cond temps, ayant développé une méthode d’évaluation performante fondée sur des
réseaux de neurones, nous nous intéressons aux différentes techniques permettant
d’expliquer les décisions prises par un réseau de neurones.

4.2.1 Évaluation et Retour d’Information

Avant de donner un retour d’information pertinent, il convient d’évaluer la
réalisation. Deux types d’évaluation sont possibles : une évaluation globale et une
évaluation instant par instant. Le retour d’information découle naturellement de
l’évaluation instant par instant. En effet, indiquer les instants bien et/ou mal réa-
lisés peut être considéré comme un retour d’information temporel.
Dans leurs travaux, Feygin et al. s’intéressent à des gestes simples : un simple
suivi de trajectoire [Feygin et al., 2002]. En connaissant la trajectoire idéale, il
est ainsi possible de calculer l’erreur à chaque instant et donc d’avoir une mesure
d’évaluation à tout instant. Enfin, ils proposent différents type de retours d’infor-
mation pour améliorer la réalisation de la tâche : un retour d’information visuel,
un retour d’information tactile et un retour d’information regroupant les deux.
Selon le mode de retour d’information utilisé, l’apprentissage du geste va être plus
ou moins rapide, mais toujours plus rapide qu’un apprentissage sans retour d’in-
formation.
Dans la même veine, Candalh étudie l’influence de ces différents modes de retour
d’information pendant l’apprentissage d’une tâche de MIS [Candalh-Touta, 2018].
Il est ainsi demandé aux apprenants de réaliser une forme de huit à l’aide d’un
outil de MIS. La distance entre le chemin parcouru par l’outil et le chemin idéal
permet de déterminer à chaque instant la qualité du geste et de proposer un retour
d’information sur les erreurs commises. Trois types de retour sont évoqués :

— Le premier est un retour visuel, qui apparaît à la demande pendant la réali-
sation de la tâche. Cela permet de voir si la trajectoire suivie par les outils
est correcte et de corriger ainsi la position et la trajectoire du geste.

— Le deuxième retour évoqué est un retour tactile. Le dispositif consiste en un
vibreur placé sur la main ne réalisant pas la tâche. L’intensité de la vibration
dépend de la distance entre la trajectoire réalisée et la trajectoire parfaite,
i.e. plus l’outil est loin, plus la vibration est intense.

— Enfin le troisième type de retour est un retour kinesthésique. Ce retour est
apporté par un robot qui tient l’instrument en même temps que le par-
ticipant. Pour ce set-up, le robot va ramener l’outil au plus proche de la
trajectoire idéale si le participant s’en éloigne trop.

Grâce à la simplicité de la tâche à réaliser et à l’existence d’une trajectoire idéale,
il est facile d’évaluer les gestes réalisés. Cependant, transposer ces méthodes d’éva-
luation sur des tâches plus complexes et sans réalisation idéale, semble impossible.
Dans le sport également, des travaux s’intéressent au retour d’information pour
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l’apprentissage. Pour la danse, Kyan et al. proposent de comparer les mouvements
d’un novice avec ceux d’un expert afin de fournir à la fois un score, mais également
un retour d’information sur les erreurs commises [Kyan et al., 2015]. Les gestes
enregistrés à l’aide d’une Kinect, sont projetés dans un espace de descripteurs dé-
finis grâce à une carte auto-adaptative. Par la suite, les mouvements de l’expert
et du novice sont réalignés, grâce à l’utilisation d’un métronome, et comparés afin
de fournir un retour d’information pertinent et une courbe de score.
Morel et al. proposent un calcul générique de l’erreur spatiale et temporelle pen-
dant les services de tennis et le tsuki de karaté [Morel et al., 2017b]. L’évaluation
des compétences est effectuée en construisant un modèle du geste : les gestes réali-
sés par des experts sont réalignés grâce à l’algorithme de Dynamic Time Warping
(DTW) [Morel et al., 2018] et ensuite moyennés afin de créer un template du
geste. Par la suite, pour évaluer un nouveau geste, il suffit de l’aligner avec ce
template grâce à l’algorithme du DTW et de calculer la distance de Mahalanobis
pour chaque articulation entre le template et le nouveau geste.
Pour des séquences de mouvements complexes, Pirsiavash et al. proposent une
autre méthodologie [Pirsiavash et al., 2014]. Ils conçoivent deux types de carac-
téristiques : des caractéristiques de bas niveau qui capturent les gradients et les
vitesses des pixels et des caractéristiques de haut niveau fondées sur les trajectoires
des poses humaines. Un SVR est ensuite entraînée pour prédire les scores sur des
séquences de plongeon à 10m ainsi que sur du patinage artistique. L’évolution du
score tout au long de la séquence de mouvements est présentée Figure 4.1.

Figure 4.1: Illustration de l’évolution du score, extraite de [Pirsiavash et al.,
2014].

4.2.2 Explicabilité des Réseaux de Neurones

Si l’on se base sur une évaluation automatique réalisée à l’aide d’un réseau de
neurones, il est complexe d’expliquer les décisions prises par ces réseaux, mais des
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méthodes existent pour tenter de proposer une explication.
Les méthodes expliquant les décisions prises par des réseaux de neurones ont pour
but de trouver la contribution de chaque caractéristique d’entrée à la sortie et
donc, de produire des cartes d’attribution. Quatre grands types d’approches sont
possibles :

— les cartes d’attention, qui observent sur quelle partie de l’entrée le réseau se
focalise tout en améliorant en général les résultats.

— les cartes d’activation, où le but va être de montrer, par exemple pour des
images en entrée, les pixels qui ont le plus contribué à la décision finale.

— les approches basées sur des perturbations : l’entrée est modifiée afin de
vérifier quels segments de cette entrée ont eu le plus d’influence sur la sortie.

— les approches fondées sur le gradient : en calculant le gradient sur l’entrée,
il est possible d’obtenir une carte qui pointe les caractéristiques de l’entrée
les plus importantes pour la décision finale.

Notons que toutes les méthodes proposées à ce jour travaillent sur des pro-
blèmes de classification, ce qui permet de mettre en compétition les différentes
tâches lors de l’explicabilité du réseau.

4.2.2.1 Les Cartes d’Attention

Les cartes d’attention sont des mécanismes grâce auxquels un réseau de neu-
rones pondère les caractéristiques en fonction de leur niveau d’importance. Ces
cartes permettent au réseau de se concentrer uniquement sur les zones impor-
tantes pour la tâche à réaliser. Contrairement aux autres méthodes présentées
dans la suite, la pondération est apprise en même temps que le reste du réseau,
et permet d’améliorer les résultats. Ces cartes ont été introduites par Xu et al.
pour sous-titrer des images automatiquement [Xu et al., 2015]. Comme illustré
Figure 4.2, les cartes indiquent la partie de l’image sur laquelle le réseau a porté
son attention pour prédire un mot du sous-titre.

Les cartes d’attention ont déjà été mises en place dans un contexte d’éva-
luation de gestes. En effet, comme évoqué Section 3.2.2.1 Doughty et al. on mis
en place deux mécanismes d’attention : un se focalisant sur les instants erronés
et un se focalisant sur les instants bien réalisés [Doughty et al., 2019]. Ces deux
mécanismes d’attention sont ainsi temporels et non spatiaux, l’instant erroné est
donc indiqué mais le type d’erreurs commises, n’est lui pas connu. D’autres part,
aucune évaluation du retour d’information proposé n’est réalisée dans l’article.
De la même manière, Li et al. ont développé un réseau convolutionnel avec un
module d’attention spatial [Li et al., 2019]. Ce module d’attention permet de dé-
terminer la zone de l’image qui a mené à l’évaluation, comme illustré Figure 4.3.
Cependant, cette zone ne correspond pas forcément au lieu des défauts. En effet,
quelles sont les zones importantes pour prédire un score, celles qui correspondent à
une bonne réalisation, celles qui correspondent aux défauts, ou les deux ? D’autre
part, aucun retour temporel n’est fourni.
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Figure 4.2: Illustration des cartes d’attention proposées par [Xu et al., 2015].
Le blanc indique la région sur laquelle le réseau se concentre et qui correspond

au mot souligné.

Figure 4.3: Illustration des cartes d’attention spatiales proposées par [Li et al.,
2019] pour l’évaluation automatique de gestes.

4.2.2.2 Les Cartes d’Activation

L’objectif principal des cartes d’activation est de fournir des cartes qui met-
tront en lumière les régions qui ont été les plus importantes dans la décision prise
par le réseau. Ces cartes sont souvent estimées dans un contexte de classification
multi-classes.
Les premiers travaux portant sur ces cartes ont été réalisés par Zhou et al. [Zhou
et al., 2016] qui proposent de remplacer la dernière couche de max-pooling du ré-
seau GoogLe-Net [Szegedy et al., 2015], par une couche de global-average-pooling
sur les cartes de caractéristiques puis d’utiliser ces caractéristiques dans une couche
entièrement connectée qui produit la sortie désirée.
On peut alors identifier l’importance des régions en projetant les poids du réseau
de sortie sur les cartes de caractéristiques. La somme pondérée des cartes de ca-
ractéristiques amène ensuite à la carte d’activation de la classe considérée (Class
Activation Mapping - CAM ), comme illustré Figure 4.4.

Cette méthode de cartes d’activation a, par la suite, été modifiée par Selvaraju
et al. (Grad-CAM ) [Selvaraju et al., 2017] . Les poids attribués à chaque carte de
la dernière couche de convolution ne sont plus les poids de la dernière couche
connectée, mais les gradients des cartes par rapport à la sortie du réseau. Le poids
αck, pour la classe c et la carte de caractéristiques Ak se calculent donc de la manière
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Figure 4.4: Illustration issue de [Zhou et al., 2016] qui montre la méthode
CAM pour un modèle de classification.

suivante :
αck =

1

Z

∑
i

∑
j

∂yc
∂Akij

(4.1)

Le gradient est ainsi calculé pour chaque pixel de la carte et est ensuite moyenné
afin d’obtenir le poids αck.
Une autre modification apportée sur les cartes d’activation a été proposée par
Patro et al. [Patro et al., 2019], en rajoutant une sortie au réseau se concentrant
uniquement sur les incertitudes de classification. Grâce à cette sortie, il est ensuite
possible de calculer une carte d’attention en utilisant la méthode Grad-CAM, mais
en intégrant au gradient cette nouvelle sortie d’incertitudes.

Les cartes d’activation ont déjà été utilisées dans un contexte d’évaluation
de geste. En effet, Fawaz et al. [Fawaz et al., 2018] proposent de classifier des
gestes chirurgicaux selon le niveau auto-proclamé des chirurgiens de la base de
données JIGSAWS (Section 3.3.1). Une fois cette classification effectuée, les cartes
d’activation sont estimées et permettent de remonter aux instants qui ont été les
plus importants dans la décision prise par le réseau, comme illustré Figure 4.5.

Bien que très intéressantes, ces méthodes sont exclusivement dédiées à des
tâches de classification : une fois la classe d’un exemple identifiée, la carte d’ac-
tivation est estimée uniquement pour cette classe et permet de déterminer les
éléments qui ont été pris en compte pour réaliser cette classification. Il parait
donc difficile d’utiliser ces approches pour des tâches de régression.

4.2.2.3 Approches Fondées sur les Perturbations

L’idée de ces approches est de perturber certaines parties de l’entrée et d’exa-
miner leurs influences sur la sortie.
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Figure 4.5: Illustration issue de [Fawaz et al., 2018] qui montre la méthode
CAM pour des gestes chirurgicaux.

Zeiler et al. [Zeiler and Fergus, 2014] ont développé une méthode qui consiste à
occulter successivement différentes portions de l’image d’entrée par un carré gris,
et à regarder comment varie la sortie. Comme la probabilité de bonne classification
diminue considérablement lorsque l’objet est occulté, cette technique permet à la
fois de localiser des objets dans la scène et d’expliquer les décisions du réseau.

Une autre approche, fondée sur la perturbation, proposée par Ribeiro et al. [Ri-
beiro et al., 2016], est l’Explication Locale, Agnostique et Interprétable du Modèle
(Local Interpretable Model-Agnostic Explanation - LIME ). Avec cette approche un
modèle linéaire local est créé autour de chaque exemple, en ajoutant des pertur-
bations à l’exemple à expliquer. Ce modèle linéaire permet ensuite de déterminer
les caractéristiques les plus importantes pour classer cet exemple. Ainsi, LIME fait
des approximations locales de la surface de décision complexe.

4.2.2.4 Approches Fondées sur le Gradient

Par intuition, les valeurs de gradient importantes correspondent à des endroits
de l’image qui ont une forte influence sur le résultat.
Ainsi, Simonyan et al. [Simonyan et al., 2013] ont proposé des cartes de sensibilité,
en calculant le gradient de la sortie en fonction des pixels d’entrée dans une tâche
de classification. Si Sc(x) est la sortie du réseau de classification pour la classe c
et x l’image d’entrée, alors les cartes de sensibilité sont définies par :

Mc(x) =
∂Sc(x)

∂x
. (4.2)
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En pratique, ces cartes de sensibilité sont très bruitées.
Une première solution pour les débruiter consiste à modifier l’algorithme de rétro-
propagation. Ainsi, les réseaux de déconvolution [Zeiler et al., 2011] ont été proposé
par Zeiler et al.. Il va s’agir de projeter les activations des différentes couches dans
l’espace de l’image, afin de pouvoir analyser quels ont été les pixels et régions
importantes. Enfin, la rétropropagation guidée (Guided Back-Prop) [Springenberg
et al., 2015] propose d’éliminer les valeurs de gradient négatives lors de l’étape de
rétropropagation. L’idée est de conserver, à chaque étape, uniquement les entrées
qui ont une influence positive sur le score.

Un autre problème des techniques fondées sur les gradients est que la fonction
de score Sc peut être saturée pour des caractéristiques d’entrée ayant une valeur
importante [Sundararajan et al., 2016]. Ainsi, la fonction peut être plate autour de
ces entrées même si la caractéristique considérée est importante et donc, avoir un
petit gradient. Certaines méthodes résolvent ce problème en calculant l’importance
globale de chaque pixel. Ainsi, DeepLIFT (Deep Learning Important FeaTures)
[Shrikumar et al., 2017] décompose la prédiction de sortie en rétro-propageant les
contributions de tous les neurones du réseau à chaque caractéristique de l’entrée.

La méthode Layer-Wise Relevance Propagation (LRP) [Bach et al., 2015] uti-
lise une décomposition au niveau du pixel pour comprendre la contribution de
chaque pixel de l’image d’entrée x à la fonction de score Sc(x). Une règle de pro-
pagation, appliquée de la sortie à l’entrée, distribue la pertinence de la classe
trouvée à une couche donnée sur la couche précédente. Elle conduit à une carte
qui met en évidence les pixels responsables de la classe prédite.

Trois autres méthodes, fondées sur l’algorithme classique de rétropropagation,
existent pour expliquer les décisions des réseaux de neurones : GradInput [Shri-
kumar et al., 2017], IntGrad [Sundararajan et al., 2017] et SmoothGrad [Smilkov
et al., 2017].

GradInput [Shrikumar et al., 2017; Bach et al., 2015] a été proposé pour amé-
liorer les cartes de sensibilité. Ces cartes sont le produit entre les gradients de la
sortie par rapport à l’entrée et l’entrée elle-même :

GradInput(x) = Mc(x)× x (4.3)

Au lieu de calculer les gradients de la sortie en fonction des pixels d’entrée x,
Sundararajan et al. [Sundararajan et al., 2017] intègrent les gradients le long d’un
chemin allant d’une base x′ à l’entrée x. Le gradient intégré, pour la dimension i
de l’entrée x est défini comme suit :

IntGradi(x) = (xi − x′i)×
∫ α=0

1

∂Sc(x
′ + α(x− x′))
∂xxi

dα (4.4)

Lors du calcul, l’intégrale est approchée par une sommation : les gradients aux
N points situés sur la ligne droite entre la base x′ et l’entrée x, sont ajoutés. Les
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gradients intégrés s’ajoutent à la différence entre les sorties Sc à x et la base x′.
Ainsi, si la base a un score proche de zéro, les gradients intégrés forment une carte
de sensibilité de la sortie de prédiction Sc(x).

Étant donné les fluctuations rapides du gradient pour une image d’entrée x,
les sauts de valeurs sont possibles ce qui risque de rendre les cartes de sensibi-
lité illisibles. Ainsi, SmoothGrad [Smilkov et al., 2017] propose de créer une carte
de sensibilité améliorée fondée sur un lissage de ∂Sc(x) avec un noyau gaussien.
Comme le calcul direct d’une telle moyenne locale dans un espace d’entrée à haute
dimension est impossible, Smilkov et al. [Smilkov et al., 2017] calculent une ap-
proximation stochastique en prélevant des échantillons aléatoires dans un voisinage
de l’entrée x et en faisant la moyenne des cartes de sensibilité résultantes :

SmoothGrad(x) =
1

N

N∑
i=0

Mc(x +N (0, σ2)) (4.5)

où N est le nombre d’entrées bruitées, et N (0, σ2) est un bruit gaussien avec une
moyenne de 0 et un écart-type de σ.

4.2.3 Bilan

Après avoir passé en revue les méthodes existantes pour l’explicabilité des
réseaux de neurones, il convient maintenant de voir s’il est possible de faire une
adaptation de certaines d’entre elles afin de voir si elles peuvent être appliquées à
des tâches de régression.

Les cartes d’attention proposées aujourd’hui ne permettent pas d’obtenir une
information conjointe, à la fois spatiale et temporelle. Tandis que certaines mé-
thodes remontent uniquement aux aspects temporels (omettant donc les infor-
mations spatiales), d’autres méthodes proposent des cartes spatiales sans aucune
informations temporelles. Il paraît difficile d’adapter la processus pour obtenir
l’information conjointe recherchée.

Les approches utilisant les cartes d’activation permettent de déterminer quelles
valeurs de l’entrée ont eu une influence pour classer un exemple dans une certaine
catégorie. Elles partent donc de la décision de classification pour essayer de l’ex-
pliquer. Elles ne sont donc pas adaptables aux problèmes de régression. En effet,
en calculant une carte d’activation sur un score, il serait impossible de déterminer
si une entrée donnée a un impact positif ou négatif sur le score.

Les méthodes introduisant des perturbations semblent également difficiles à
mettre en œuvre pour les problèmes de régression car il faudrait tester toutes les
perturbations possibles, à la fois spatialement et temporellement, pour pouvoir
fournir un retour d’information pertinent, ce qui n’est pas envisageable dans la
pratique.
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Les méthodes utilisant le gradient semblent être les plus adaptées à notre
problème. Elles ont cependant toutes été utilisées dans un cadre de classification,
ce qui va nécessiter des ajustements. Nous proposons donc une nouvelle approche
où plutôt que d’estimer le gradient de la sortie par rapport à l’entrée, nous estimons
le gradient de la sortie idéale (score maximal) par rapport à l’entrée. Ceci permet
de déterminer comment l’entrée doit être ajustée de manière à optimiser le score.
D’autre part, nous introduisons également une nouvelle approche permettant de
faire face au problème de gradients bruités. Afin de valider ces apports et face
au manque de bases de données adaptées, nous introduisons une base de données
synthétique sur laquelle la vérité de terrain est connue.

4.3 Base de Données Synthétique et Régression

Dans cette section, nous présentons la base de données créée ainsi que l’esti-
mation de la qualité de chaque signal par régression.

4.3.1 Base de Données

Les bases de données d’évaluation de la qualité du geste présentées Chapitre 3
fournissent seulement un score représentant la qualité du geste mais aucune vérité-
terrain n’existe sur les défauts de celui-ci. Or afin d’évaluer et de comparer les
méthodes fournissant un retour d’information, cette vérité terrain est essentielle.
Ainsi nous proposons une base de données de signaux synthétiques, représentant
des mouvements simples en 2D, où l’évaluation de la qualité, ainsi que la vérité-
terrain du retour d’information sont disponibles.

Le but de cette base est de simuler des gestes. Chaque "geste", est représenté
par 2 sinusoïdes (une pour chaque dimension) d’amplitude comprise entre 1 et 3,
auxquelles un bruit gaussien de moyenne 0 d’écart type 0.05 est ajouté. Chaque
signal est composé de 3 périodes et échantillonné à 60 Hz. Afin de simuler la
variabilité de réalisation d’un geste, la fréquence de chaque sinusoïde est tirée
aléatoirement entre 0.5 et 3.5 Hz. Afin de générer des erreurs sur ces sinusoïdes,
des perturbations sont ajoutées de manière aléatoire. Leur nombre varie entre 0
et 8. Enfin leur position est tirée selon une loi uniforme. L’Algorithme 1 montre
la génération de ces signaux et du score associé.
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Algorithm 1 Création d’un signal de la base de données
rand(a, b) renvoie une valeur tirée selon un loi uniforme entre a et b
randn(m,σ) renvoie une valeur tirée selon une loi normale de moyenne m et
d’écart-type σ
g(x,m, σ) revoie la valeur de la gaussienne de moyenne m et d’écart-type σ,
estimée en x

Ensure: Trial, GroundTruth, Score
Fe = 60

A = rand(1, 3)

F = rand(0.5, 3.5)

Nbperiode = 3

Nbechantillon =
NbperiodeFe

F

x = []

y = []

for t = 1 to Nbechantillon do
x← [x,A sin(2π F

Fe
t) + randn(0, 0.05)]

y ← [y, A sin(2π F
Fe
t) + randn(0, 0.05)]

end for
GroundTruth = [x, y]

nberrx = rand(0 : 4)

for i = 0 to nberrx do
timeerrx = rand(5, Nbechantillon − 5)

Lerror = rand(1, 10)

signerror = sign(rand(−1, 1))

σ = rand(1 : 5)

for t = −Lerror

2
to Lerror

2
do

x[timeerrx − t]← x[timeerrx − t] + signerrorg(t, 0, σ)

end for
end for
nberry = rand(0 : 4)

for i = 0 to nberry do
timeerry = rand(5, Nbechantillon − 5)

Lerror = rand(1, 10)

signerror = sign(rand(−1, 1))

σ = rand(1 : 5)

for t = −Lerror

2
to Lerror

2
do

y[timeerry − t]← x[timeerry − t] + signerrorg(t, 0, σ)

end for
end for
Trial← [x, y]

Score← 10− (20− norm2(GroundTruth− Trial))/2

Un score est généré en calculant la distance euclidienne entre le signal parfait
et le signal créé. 0 est attribué aux signaux idéaux tandis que le score avoisine
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10, lorsque 8 perturbations sont présentes. 1000 signaux sont ainsi générés, 750
pour la base d’entraînement et 250 pour la base de test. Trois exemples de signaux
extraits de la base de données sont présentés Figure 4.6.
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Figure 4.6: Exemples de signaux de la base de données. A gauche, un signal
perturbé avec 5 erreurs, au milieu un autre signal perturbé avec 6 erreurs, et à

droite un signal sans erreurs.

4.3.2 Modèle de Régression

De nombreuses architectures de réseau peuvent être utilisées pour la régression
sur des séries temporelles, comme des réseaux récurrents ou des réseaux convolu-
tionnels 1D ou 2D.
Dans notre cas, les meilleurs résultats de régression ont été obtenus en utilisant des
convolutions temporelles (1D), c’est pourquoi seule cette architecture est présen-
tée. En effet, si les scores sont mal régressés, il est impossible de fournir un retour
d’information pertinent. Le réseau de régression est constitué de quatre couches
de convolution temporelle avec des filtres (8, 8, 16, 16) de taille (25, 5, 5, 5), sans
biais. Chacune d’elles est suivie d’une couche de pooling de taille 3. Deux couches
de neurones connectés de taille 50 et 1, également sans biais, terminent le réseau.
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Pendant l’entraînement, un taux de dropout de 0.5 est appliqué à la couche de 50
neurones, pour éviter un sur-apprentissage. Une illustration du modèle est présen-
tée sur la Figure 4.7.
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Figure 4.7: Illustration du modèle utilisé pour la regresssion des notes sur les
signaux 2D.

L’apprentissage est réalisé en utilisant l’algorithme ADAM avec un taux d’ap-
prentissage de 0.01, pendant 100 epochs. Pour obtenir 50 modèles différents, 50
entraînements sont réalisés. La MSE moyenne des 50 modèles, sur l’ensemble de la
base de test, est de 0.619 avec un écart-type de 0.089. Ainsi, lors de la prédiction,
ces modèles ont un comportement similaire.

4.4 Acccurate GRAdient - AGRA

Pour compléter les méthodes d’évaluation présentées Chapitre 3,nous avons
décidé d’utiliser une méthode d’explication de réseau de neurones. En effet, sou-
vent utilisé dans des problèmes de classification, ces méthodes ont montré de bons
résultats qualitatifs. Comme le but de la méthode est d’évaluer la qualité d’un
geste, nous nous plaçons donc dans un contexte de régression et non de classifica-
tion, ce qui demande de changer le paradigme des méthodes actuelles de l’état de
l’art qui fournissent, pour une classe donnée, les pixels contribuant à cette décision.
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Comme évoqué Section 4.2.3, nous nous sommes tournés vers les méthodes
utilisant le gradient et amenant à des cartes de sensibilité, comme proposé par Si-
monyan et al. [Simonyan et al., 2013] et défini Équation 4.2. L’application directe
de ces méthodes amène à calculer le gradient de la fonction de coût par rapport à
l’entrée. Celui-ci n’est cependant que très peu informatif puisqu’il indique les mo-
ments du signal qui ont une forte importance lors de la régression du score. Une
modification doit donc être effectuée afin de pouvoir fournir un retour à l’utilisa-
teur. Nous proposons donc de changer la fonction de coût du réseau utilisée pour
calculer le gradient et de calculer le gradient, par rapport aux entrées du système,
pour arriver à un score maximal. Ainsi, la nouvelle fonction de coût utilisée est :

l2(x) = (ŝ(x)− scoremax)2 (4.6)

où ŝ(x) est la prédiction du réseau et scoremax, le score obtenu par les gestes
sans erreurs. L’objectif de cette fonction de coût est de trouver les changements
à apporter au signal d’entrée x pour que sa note soit maximale, ce qui amène
directement aux défauts du geste.

Les gradients obtenus en utilisant la fonction de coût l2, mettent en évidence
des instants où des erreurs ont été commises, mais l’amplitude reste très loin de
la vérité terrain. De plus, tous les instants erronés ne sont pas soulignés.

Afin de reconnaître au mieux les erreurs, une seconde modification est propo-
sée. Elle consiste à réaliser plusieurs itérations de rétropropagation, dans le but de
modifier l’entrée x pour qu’elle obtienne le meilleur score possible. Comme lors de
l’entraînement d’un réseau où les poids w sont modifiés, il va s’agir ici d’appliquer
la rétropropagation sur l’entrée x, sans modifier les poids du réseau. La "correc-
tion" de l’entrée se fait en suivant l’Algorithme 2, où λ est le taux d’apprentissage
et ε est la tolérance : la boucle s’arrête lorsque la différence entre la note maximum
et ŝ(x) est inférieure à ε.

Algorithm 2 Calcul du retour d’information
Require: x, λ, ε

Ensure: GRAD(x)

x′ = x

while l2(x′) > ε do
grad = ∂l2(x′)

∂x′

x′ ← x′ − λgrad
end while
Grad(x) = x− x′

Comme indiqué précédemment, ce gradient ∂l2
∂x

est très bruité [Smilkov et al.,
2017; Kim et al., 2019]. De plus, au cours des expériences, nous avons observé
qu’il dépend fortement de l’initialisation des poids et de l’entraînement du réseau.
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Ainsi, même si deux entraînements différents conduisent à des scores de régres-
sion similaires, les gradients sont très variables. Deux exemples de gradients sont
présentés Figure 4.8.
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Figure 4.8: Gradients obtenus à partir de deux modèles avec des initialisations
différentes et gradient obtenu avec la méthode AGRA.

Nous avons décidé de tirer parti de ces variations de gradients. En effet, si deux
modèles peuvent souligner des instants différents avec des erreurs, alors en entraî-
nant un grand nombre de modèles, il est possible de retrouver tous les instants
erronés. La méthode Accurate GRAdient (AGRA) repose sur cette hypothèse.
L’idée principale est d’entraîner N modèles Mi sur la même tâche d’évaluation
de la qualité, mais en changeant l’initialisation des poids du modèle. Une fois ces
N modèles entraînés, faire la moyenne des gradients obtenus par chaque modèle
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permet d’obtenir un gradient mettant en évidence tous les instants erronés. La
méthode AGRA est présentée plus en détails Algorithme 3.

Algorithm 3 Calcul du gradient suivant la méthode Accurate Gradient - AGRA
Require: x
Ensure: AGRA(x)
grad = 0
for i = 1 to N do
grad = grad+GradMi

(x)
end for
AGRA(x) = grad/N

Comme le montre la figure 4.8, les gradients ainsi obtenus avec N = 50 mo-
dèles, sont plus nets et les instants erronés sont mieux mis en valeur. De plus,
ils ne dépendent plus de l’entraînement et de l’initialisation, ce qui était le cas
auparavant lorsque de bons ou de mauvais gradients étaient obtenus.

Cette méthode est coûteuse en termes de temps de calcul puisqu’elle nécessite
l’apprentissage de N réseaux pour la même tâche de régression. Les résultats de
régression ŝ sont tous très similaires. Aussi, un tel apprentissage multiple pour la
seule tâche de régression n’est pas optimal. Cependant, les gradients dépendent
très fortement de l’initialisation du réseau, ce qui justifie l’apprentissage de plu-
sieurs réseaux pour obtenir un gradient de bonne qualité et donc, un bon retour
d’information sur les défauts du signal tel qu’illustré qualitativement Figure 4.8.

4.5 Résultats Expérimentaux

La méthode présentée Section 4.4 est testée sur la base de données synthétique
présentée Section 4.3. Elle est également comparée à d’autres méthodes de l’état
de l’art, afin de pouvoir constater son apport.
Dans un premier temps nous présentons le modèle de régression utilisé pour prédire
les scores des signaux. Dans la suite, nous présentons tout d’abord des résultats
qualitatifs des différentes méthodes, puis des résultats quantitatifs afin de voir
quelle méthode donne le meilleur retour d’information. Enfin la méthode AGRA est
testée avec des gradients calculés d’autres manières afin de montrer son efficacité
et sa généricité.

4.5.1 Résultats Qualitatifs

Pour toutes les méthodes impliquées dans cette section, la fonction de perte
l2(x) précédemment définie est utilisée pour calculer les gradients. Tout d’abord,
nous présentons les résultats qualitatifs des cinq méthodes suivantes :
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— Gradient Grad [Simonyan et al., 2013] calculé avec l’algorithme 2, un taux
d’apprentissage de 0.1 et une tolérance ε de 0.015.

— Grad×Input x comme défini dans l’équation 4.3 et proposé par [Shrikumar
et al., 2017; Bach et al., 2015].

— SmoothGrad [Smilkov et al., 2017] estimé comme la moyenne de 50 gradients
obtenus avec l’Algorithme 2 en ajoutant un bruit gaussien de moyenne de 0
et d’écart-type 0.1 sur le signal d’entrée (équation 4.5).

— IntGrad [Sundararajan et al., 2017]. Comme le réseau proposé n’a pas de
biais, la base x′ est fixée à un signal composé uniquement de 0 de même
longueur que x. Dans ces conditions, le score de la base est ŝ(x′) = 0 et la
méthode IntGrad peut être interprété comme une carte de sensibilité de la
sortie de prédiction ŝ(x).

— La méthode AGRA avec 50 modèles, avec un taux d’apprentissage de 0.1 et
une tolérance ε de 0.015.

Pour toutes les méthodes, qui n’impliquent pas de faire la moyenne sur plusieurs
modèles, un modèle aléatoire a été choisi parmi tous les modèles, et reste le même
pour toutes les méthodes et tous les résultats présentés.

Comme présenté Figure 4.9, le gradient (Grad) est très bruité et ne permet
pas d’obtenir des résultats clairs et faciles à interpréter, car les pics aux endroits
de perturbation sont parfois trop fins et d’amplitude trop faible et peuvent être
considérés comme du bruit.
La multiplication de ce gradient bruité par l’entrée ne fait qu’amplifier le bruit
et rend les résultats encore moins interprétables. Les pics intéressants sont plus
distincts, mais les résultats globaux semblent plus bruités qu’auparavant. De plus,
le signe du gradient, qui donne des informations sur la direction de l’erreur, est
perdu à cause de cette multiplication.
L’utilisation de la méthode SmoothGrad au lieu d’un gradient classique donne de
meilleurs résultats qualitatifs avec un gradient moins bruité que précédemment.
Cependant, le bruit est toujours présent et les résultats sont à nouveau difficiles à
interpréter. De plus, l’amplitude du gradient sur les erreurs est souvent plus faible
que la vérité-terrain.
La méthode IntGrad donne des gradients très bruités, qui présentent des pics à
des endroits non perturbés, ce qui les rend très difficiles à interpréter.
Les résultats les moins bruités et les plus précis sont obtenus avec la méthode
AGRA. La méthode met effectivement en évidence les échantillons correspondant
aux perturbations, avec le bon signe, ce qui rend le retour d’information obtenu
clair et facilement interprétable.

De plus, avec un retour d’information clair, il est possible de reconstruire ce
que le réseau considère comme un signal idéal, en ajoutant le gradient calculé.
Dans le cas idéal, ces signaux reconstruits sont supposés être une ligne, comme le
dernier signal Figure 4.6.
La méthode AGRA réalise la meilleure reconstruction tel qu’illustré Figure 4.10.



4.5. Résultats Expérimentaux 73

0 20 40 60 80 100

−2

0

2

4

Première Dimension

0 20 40 60 80 100

−2

0

2

Seconde Dimension
Signal 1

0 100 200 300

−4

−2

0

2

Premiere Dimension

0 100 200 300

−6

−4

−2

0

2

Seconde Dimension
Signal 2

0 20 40 60 80 100

−2

−1

0

1

2

0 20 40 60 80 100

−2

−1

0

1

2

0 100 200 300

−1

0

1

2

0 100 200 300

−2

−1

0

1

G
ra

d

0 20 40 60 80 100

−6

−4

−2

0

0 20 40 60 80 100

−6

−4

−2

0

0 100 200 300

−4

−2

0

2

0 100 200 300

−6

−4

−2

0

2

G
ra

dx
In

pu
t

0 20 40 60 80 100

−2

−1

0

1

2

0 20 40 60 80 100

−2

−1

0

1

2

0 100 200 300

−1

−0.5

0

0.5

1

0 100 200 300
−1.5

−1

−0.5

0

0.5

1

S
m

oo
th

G
ra

d

0 20 40 60 80 100

−5

0

5

10

0 20 40 60 80 100

−5

0

5

10

15

0 100 200 300

−10

−5

0

5

10

0 100 200 300

−10

0

10

20

In
tG

ra
d

0 20 40 60 80 100

−2

−1

0

1

2

0 20 40 60 80 100

−2

−1

0

1

2

0 100 200 300

−1

−0.5

0

0.5

1

0 100 200 300

−1

0

1

A
G

R
A

0 20 40 60 80 100

−2

0

2

Échantillons
0 20 40 60 80 100

−2

0

2

Échantillons
0 100 200 300

−2

0

2

Échantillons
0 100 200 300

−2

0

2

Échantillons

G
ra

di
en

t
Id

éa
l

Figure 4.9: Résultats qualitatifs de toutes les méthodes pour 2 signaux avec
des erreurs différentes.

Elle n’est pas parfaite car l’amplitude du gradient est souvent plus faible que la
vérité-terrain.
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Figure 4.10: Correction obtenues avec les méthodes AGRA et SmoothGrad
appliquées aux deux signaux tests.

4.5.2 Résultats Quantitatifs

Pour comparer les méthodes de manière plus approfondie, il est essentiel de
donner des résultats quantitatifs. Comme la vérité terrain est disponible pour
chaque exemple, il est possible de calculer le retour d’information idéal (la dif-
férence entre les signaux perturbés et les signaux idéaux) et de le comparer aux
résultats obtenus avec les différentes méthodes. Deux mesures sont utilisées pour
effectuer cette comparaison :

— Erreur Quadratique Moyenne (MSE) entre le signal sans erreur et le signal
reconstruit obtenu grâce aux gradients. Cette métrique ne peut pas être
utilisée pour des méthodes telles que Grad×Input ou IntGrad, car leur but
est uniquement de mettre en évidence les étapes temporelles importantes et
non de reconstruire un signal parfait.

— Le coefficient de corrélation de Pearson entre le gradient idéal et le gra-
dient obtenu avec les différentes méthodes. Pour éviter de pénaliser les mé-
thodes qui ne gèrent pas les signes (Grad×Input et IntGrad), ce coefficient
est calculé entre les normes du gradient idéal et du gradient obtenu avec les
méthodes.

Les 250 exemples de tests ont été utilisés pour ces 2 métriques et les résultats
présentés sont les moyennes sur ces exemples.
De plus, pour les méthodes Grad, Grad×Input, SmoothGrad et IntGrad, le calcul
des métriques à été fait sur les 50 modèles et ensuite moyenné afin de ne pas
favoriser la méthode AGRA qui tire parti de ces 50 modèles.

Pour rappel, un gradient parfait amènerait à une MSE de 0. La Table 4.1
présente la MSE obtenu avec Grad, SmoothGrad et AGRA.
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Méthodes MSE

Grad [Simonyan et al., 2013] 5.81
SmoothGrad [Smilkov et al., 2017] 6.10

AGRA 5.39

Table 4.1: Erreur quadratique moyenne entre le signal d’origine et signal re-
construit. La MSE moyenne initiale, entre les signaux avec et sans erreur est de

7.74.

Les méthodes Grad et SmoothGrad sont toutes deux très bruitées. Même si la
MSE diminue par rapport à celle des signaux initiaux, elle reste plus importante
que celle de la méthode AGRA.

Méthode Corrélation de
Pearson

Grad [Simonyan et al., 2013] 0.85
GradxInput [Shrikumar et al., 2017; Bach et al., 2015] 0.86

SmoothGrad [Smilkov et al., 2017] 0.84
IntGrad [Sundararajan et al., 2017] 0.67

AGRA 0.95

Table 4.2: Coefficient de corrélation de Pearson pour différentes méthodes,
estimé entre la norme des gradients.

Concernant la détection des défauts, les coefficients de corrélation de Pearson
sont présentés Table 4.2.
Comme ces coefficients sont normalisés (la corrélation est divisée par l’écart type
des deux gradients), ils peuvent être estimés pour chaque méthode, même lorsque
le gradient est multiplié par l’entrée. Les meilleurs résultats sont obtenus avec la
méthode que nous proposons, ce qui confirme l’étude qualitative précédente et
prouve que cette méthode donne de meilleurs résultats que celles de l’état de l’art.

Le tableau 4.3 donne les coefficients de Pearson obtenus en gardant le signe
des gradients lors du calcul de la corrélation : la corrélation est estimée pour
chacune des deux dimensions et la moyenne est ensuite calculée. En utilisant cette
métrique, seules les méthodes Grad et SmoothGrad peuvent être évaluées puisque
pour les deux autres, la multiplication par l’entrée change les signes de gradient
et les résultats ne seront pas exploitables. La méthode AGRA est à nouveau la
méthode la plus efficace, même si les coefficients de Pearson ne tiennent pas compte
de l’amplitude du gradient, ce qui ne pénalise pas la méthode SmoothGrad comme
l’a fait le MSE.

Pour étudier le comportement de la méthode AGRA, il est intéressant de
montrer l’évolution de la corrélation de Pearson et de la MSE, en fonction du
nombre de modèles moyennés (Figure 4.11). Comme indiqué précédemment, les
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Méthode Corrélation de
Pearson

Grad [Simonyan et al., 2013] 0.65
SmoothGrad [Smilkov et al., 2017] 0.65

AGRA 0.74

Table 4.3: Coefficient de corrélation de Pearson pour différentes méthodes,
estimé sur toutes les dimensions du gradient.

gradients dépendent du modèle. Ainsi, la MSE et le coefficient de Pearson fournis
par un réseau changent beaucoup selon le modèle.
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Figure 4.11: Évolution de la MSE et de la corrélation en fonction du nombre
de modèles moyennés

Globalement, la corrélation et la MSE s’améliorent au cours des itérations pour
se stabiliser vers 50.
Rappelons que les différents modèles ne changent que par l’initialisation des poids.
Les scores de régression sont donc les mêmes, mais les gradients diffèrent fortement.
Il est donc impossible de définir des modèles qui a priori conduiront à un retour
d’information de bonne qualité.
Ainsi, Figure 4.11, la MSE est importante au début et diminue ensuite avant de se
stabiliser. En faisant la moyenne des gradients obtenus par 50 modèles ou plus, les
résultats d’explications sont bons indépendamment de l’apprentissage. Le même
raisonnement peut être appliqué au coefficient de corrélation de Pearson.

4.5.3 AGRA pour Tous

Comme indiqué précédemment, il est possible de combiner notre approche
avec différentes méthodes, telles que Grad×Input, SmoothGrad et IntGrad, afin
d’améliorer les résultats tant qualitatifs que quantitatifs.
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Figure 4.12: Résultat qualitatifs de toute les méthodes combinées avec AGRA
pour 2 signaux avec des erreurs différentes.

Comme présenté Figure 4.12, l’utilisation de la moyenne de 50 modèles pour
toutes les méthodes améliore grandement leurs performances. Cependant les mé-
thodes multipliées par l’entrée (AGRAxInput et IntAGRA) ne permettent toujours
pas de fournir un retour d’information de bonne qualité, car le signe des erreurs
n’est pas pris en compte. De plus, SmoothAGRA a toujours des amplitudes faibles
par rapport à la vérité-terrain. Donc même si la méthode AGRA permet d’amé-
liorer les résultats, ceux-ci restent moins bons que la méthode AGRA.
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En ce qui concerne les résultats quantitatifs, ils sont présentés Table 4.4.

Méthode Corrélation de
Pearson MSE

Grad [Simonyan et al., 2013] 0.85 5.81
AGRA 0.95 5.39

Grad×Input [Shrikumar et al., 2017] 0.86 NA
AGRA×Input 0.91 NA

SmoothGrad [Smilkov et al., 2017] 0.84 6.10
SmoothAGRA 0.94 5.87

IntGrad [Sundararajan et al., 2017] 0.67 NA
IntAGRA 0.88 NA

Table 4.4: Coefficient de corrélation de Pearson et MSE pour différentes mé-
thodes combinées avec la méthode AGRA.

Comme montré sur les résultats qualitatifs, la MSE et la corrélation de Pearson
sont améliorées pour chaque méthode en utilisant AGRA. Cependant les meilleurs
résultats pour les deux métriques sont toujours obtenus avec la méthode AGRA
couplée avec un gradient simple.

4.6 Bilan

Dans ce chapitre, nous avons proposé une méthode permettant de donner un
retour d’information automatique après une évaluation de gestes.
Cette méthode fait suite aux méthodes d’évaluation de la qualité de gestes présen-
tées au chapitre précédent et vise à expliciter le score obtenu de manière à pouvoir
remonter aux défauts de chaque réalisation de geste.
Parmi les méthodes d’explicabilité des réseaux de neurones, nous avons choisi d’uti-
liser celle fondée sur le gradient et les cartes de sensibilité. Celles-ci sont cependant
très bruitées, peu précises et amène à un retour d’information difficilement compré-
hensible. Le gradient dépend de plus très fortement de l’initialisation des poids du
réseau lors de l’apprentissage. C’est pourquoi, nous avons décidé de tirer parti de
cette variation pour moyenner les gradients provenant de différents apprentissages
et obtenir un gradient robuste, à même de détecter toutes les erreurs et moins
bruité. Afin de tester cette approche, une base de données de synthèse, composée
de signaux 2D, a été proposée. Elle présente l’avantage d’être associée à une vérité
de terrain où les défauts des signaux sont connus.
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En comparant la méthode proposée, AGRA, avec celles de l’état de l’art sur la
base de données des signaux 2D, il apparaît qu’AGRA donne de meilleurs résultats
à la fois de manière qualitative mais aussi quantitative.

Dans le prochain chapitre, nous proposons d’intégrer cette approche pour le
rendu de retour d’information sur des gestes chirurgicaux. L’idée est de segmenter
les gestes en tâches de manière à fournir un retour sur les tâches mal réalisées.
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5.1 Introduction

Dans les chapitres précédents (Chapitre 4 et 3), nous avons vu comment éva-
luer un geste et proposer un retour d’information automatique, afin de créer sur le
long terme un coach virtuel. Le retour d’information proposé actuellement renvoie
les échantillons, et donc les instants à la seconde près, où une erreur a été commise.
Cependant, cette précision peut rendre le retour d’information peu compréhensible
pour un apprenant. En effet, indiquer les instants erronés à la seconde près donne
un retour d’information précis mais peu d’indication quant à la partie du geste
qui a été mal réalisée.
Si ce retour d’information est très important pour l’apprenant puisqu’il lui permet
de connaître ses erreurs et donc, de s’améliorer lors de la réalisation suivante, il est
difficile interprétable à un plus haut niveau, pour permettre le suivi progressif de

81
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l’amélioration des compétentes. Ainsi être capable d’indiquer des sous-gestes mal
réalisés plutôt que des instants est un pas vers la compréhensibilité de l’apprentis-
sage.

Pour obtenir les sous-gestes composant un geste, il est essentiel de savoir seg-
menter sémantiquement le dit geste. La segmentation sémantique consiste à asso-
cier chaque pixel d’une image ou chaque instant d’un signal temporel à la classe
correspondante.
Dans le cas d’une image, segmenter sémantiquement permet de reconnaître et de
localiser des objets dans une scène. Dans le cas de signaux temporels, cette seg-
mentation permettra de connaître la séquence de sous-gestes et donc par la suite
d’utiliser cette segmentation à des fins d’évaluation de la qualité.

Dans ce chapitre, nous proposons tout d’abord de faire un état de l’art des
méthodes de segmentation sémantique, que ce soit pour des images ou des signaux
temporels. Dans la suite du chapitre, nous présentons une nouvelle méthode de
segmentation sémantique de signaux temporels. Cette méthode est testée sur la
base de données JIGSAWS, présentée Section 3.3.1. Enfin, nous proposons d’as-
socier la segmentation sémantique à la méthode de retour d’information proposée
précédemment (Chapitre 3), afin d’augmenter la compréhensibilité du retour d’in-
formation et de pouvoir fournir des statistiques sur le long terme de l’évolution
des compétences de l’apprenant.

5.2 État de l’Art

La segmentation sémantique, est une étape naturelle pour arriver à une loca-
lisation fine des objets dans une image ou des sous-gestes dans le cas de signaux
temporels. La segmentation sémantique regroupe deux tâches : la classification,
qui prédit la classe de l’entrée, et la localisation, qui fournit des informations sup-
plémentaires concernant l’emplacement spatial ou temporel. Ces deux tâches sont
réalisées grâce à une prédiction dense, qui va pour chaque pixel et/ou échantillon
prédire la classe à laquelle il appartient. Un exemple de segmentation sémantique
est présenté Figure 5.1.

Dans cette section, nous introduisons différentes méthodes permettant la seg-
mentation sémantique de scènes, que ce soit des images ou des signaux temporels.
Nous présentons dans un premier temps des méthodes traditionnelles de segmen-
tation avant d’introduire les méthodes plus récentes, fondées sur l’apprentissage
profond.
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Figure 5.1: Illustration de la segmentation sémantique sur des images tirées
de la base de données CamVid [Brostow et al., 2009].

5.2.1 Méthodes traditionnelles de segmentation

Avant l’arrivée massive des réseaux de neurones, plusieurs méthodes de seg-
mentation ont été proposées dans la littérature, que ce soit pour des images ou
pour des signaux temporels.

5.2.1.1 Segmentation d’Images

Dans le cas de segmentation sur des images, Konishi et al. utilisent les couleurs
et les textures d’une image pour classifier chaque pixel de l’image dans 6 classes
différentes [Konishi and Yuille, 2000]. Ils effectuent une classification bayésienne
des pixels en utilisant les distributions des probabilités conjointes des filtres selon
les classes. Schroff et al., modélisent les classes d’objet grâce à des histogrammes
de mots visuels [Schroff et al., 2006]. La classe de chaque pixel est ensuite trouvée
en appliquant l’algorithme des KNN. Classifier pixel par pixel peut mener à des
problèmes de classification, car les pixels autour et le contexte ne sont pas pris en
compte. Pour palier ce problème, Tu et al. proposent d’utiliser les prédictions pixel
par pixel comme une information de contexte et une supervision pour entraîner
de manière itérative un autre classifieur [Tu and Bai, 2010]. Une autre méthode
proposée par Kontschieder et al. utilise une supervision structurelle plutôt qu’une
simple supervision de classe, afin d’introduire le contexte dans les prédictions par
pixel [Kontschieder et al., 2011].
Afin d’exploiter au mieux les informations entre les pixels et les régions, il est
intéressant d’utiliser des modèles tels que les Champs Aléatoires Conditionnels
(Conditional Random Field - CRF ) [Lafferty et al., 2001]. Cet algorithme prend
en compte les interactions entre les variables proches les unes des autres, afin
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de modéliser les probabilités d’appartenance à une classe. Les CRF sont consi-
dérés comme une variantes des champs aléatoires de Markov. Shotton et al. font
l’hypothèse que certains objets sont susceptibles d’apparaître simultanément dans
une zone, afin d’ajouter des informations contextuelles lors de l’entraînement d’un
CRF [Shotton et al., 2006]. D’autres travaux ont préférés se tourner vers l’ajout
d’information a priori pour rajouter du contexte. Ainsi, He et al. ont calculé les
distributions de classes spécifiques à l’environnement afin de pouvoir par la suite
développer un CRF dépendant de ces informations [He et al., 2006]. Silberman
et al. [Silberman and Fergus, 2011] utilisent des informations 2D et 3D, afin de
segmenter sémantiquement une scène.
Des variantes autour des CRF ont vu le jour également. Par exemple, les CRF
hiérarchiques proposés par Ladick et al. [Ladicky et al., 2009]. Cette architecture
particulière, est en fait composée de deux CRF différents qui vont agir sur deux
types d’entrées différentes, comme illustré Figure 5.2.

Figure 5.2: Illustration des CRF hiérarchiques pour la segmentation séman-
tique d’image, tirée de [Yu et al., 2018].

Enfin des méthodes non paramétriques ont également vu le jour, afin de pou-
voir gérer l’ajout de nouvelles classes d’objet dans l’environnement. Ainsi, Liu et
al. ont développé une méthode fondée sur le transfert de label afin de faire de la
segmentation sémantique de scène [Liu et al., 2011]. L’idée est de trouver dans
une base d’apprentissage, les scènes qui ressemblent le plus à la scène test. Par la
suite, il faut trouver pour chaque pixel de la scène test, les pixels correspondant
dans les scènes choisies dans la base d’apprentissage. Le label du pixel est ensuite
estimé par un vote entre tous les pixels correspondants. Tighe et al., ont également
appliqué la même méthode de transfert, mais au niveau de super-pixels et non au
niveau des pixels directement [Tighe and Lazebnik, 2010].
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5.2.1.2 Segmentation de Signaux Temporels

Dans le cas de signaux temporels, d’autres stratégies ont été développées afin
de segmenter sémantiquement, car les caractéristiques à extraire ne sont pas les
mêmes que pour les images.
Ainsi, il est courant d’utiliser des HMM afin de segmenter des signaux temporels.
En effet, Ahmidi et al. proposent deux méthodes fondées sur des HMM et une
sur les CRF afin de segmenter des gestes chirurgicaux tirés de la base de données
JIGSAWS (Section 3.3.1) [Ahmidi et al., 2017]. La première solution consiste en
un HMM composite, illustré Figure 5.3A, où chaque état zt d’un HMM global
représente un sous-geste, et chaque sous-geste est lui-même représenté par un
HMM a n état. Les observations du HMM, sont les données cinématiques de la
base de données. La deuxième proposition est un HMM épars (Sparse-HMM - S-
HMM ), illustré Figure 5.3B. Comme pour le HMM composite, un sous-geste est
représenté par un état caché zt du HMM, cependant, le processus d’observation
est modifié. En effet, l’observation ot est modélisée par une combinaison linéaire
d’éléments tirés d’un dictionnaire de micromouvements. Ainsi, l’observation va
dépendre également d’un état latent xt, comme illustré Figure 5.3B.

(A) Illustration du HMM composite
proposé par Ahmidi et al., extraite de

[Ahmidi et al., 2017].

(B) Illustration du HMM épars proposé
par Ahmidi et al., extraite de [Ahmidi

et al., 2017].

Figure 5.3: Illustration des deux méthodes proposées par Ahmidi et al. pour
la segmentation sémantique de gestes chirurgicaux.

Enfin la dernière méthode proposée par Ahmidi et al. est fondée sur les CRF.
Dans un CRF classique, les transitions sont considérées entre les échantillons, or un
sous-geste peut durer plusieurs échantillons voir plusieurs secondes. L’algorithme
développé tient compte de cette hypothèse et modélise les gestes à deux niveaux
différents : un CRF va modéliser les transitions au niveau des échantillons et un
autre les modélise au niveau de segment.

Ces méthodes statistiques montrent des résultats peu concluants et se montrent
difficile à entraîner de manière efficace. Elles ont été surpassées ces dernières années
par les méthodes utilisant l’apprentissage profond.
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5.2.2 Méthodes fondées sur l’Apprentissage Profond

Les méthodes traditionnelles ont peu à peu été remplacées par des méthodes
plus générales, qui peuvent s’adapter à tout type de base de données : les méthodes
fondées sur l’apprentissage profond. Ces méthodes sont bien souvent fondées sur
des réseaux de neurones, et donnent de bien meilleurs résultats de segmentation
et de classification que les méthodes traditionnelles.

5.2.2.1 Segmentation d’Images

Plusieurs approches sont possibles pour segmenter des images avec des réseaux
de neurones.
La manière la plus simple de faire une prédiction dense est de prendre des patches
d’image et par la suite d’utiliser un CNN afin de prédire une valeur de classe pour le
pixel central [Farabet et al., 2013; Couprie et al., 2013]. Cependant, prédire la classe
de chaque pixel en observant uniquement une zone réduite est insuffisant. En effet,
il manque des informations de contexte. Augmenter la taille du patch permet de
pallier ce problème. Néanmoins, augmenter la taille du patch augmente le nombre
de paramètres du CNN, et mène à une complexité de calcul beaucoup plus élevée.
Ainsi pour ajouter du contexte dans la prise de décision, des méthodes multi-
échelles ont vu le jour. Par exemple, Farabet et al. ont entraîné des CNN sur des
patchs de l’image à plusieurs échelles différentes [Farabet et al., 2013]. Couprie et
al. ont aussi adopté une approche multi-échelle, afin d’extraire des caractéristiques
de données de profondeur, dont ils se servent pour segmenter sémantiquement une
scène [Couprie et al., 2013].

Les dernières avancées pour la segmentation sémantique ont été réalisées grâce
à la mise en place de réseaux de neurones complètement convolutionnels (Fully
Convolutionnal Networks - FCN ). Ces réseaux introduits par Long et al. [Long
et al., 2015], ont pour particularité de ne posséder aucune couche de neurones
complètement connectés, uniquement des couches de convolution de pooling et de
sur-échantillonnage. Cela permet de réduire le nombre de paramètres du réseau et
de traiter des images de taille variable. Une illustration est proposée Figure 5.4.

Cette méthode permet ainsi de segmenter sémantiquement des images de ma-
nière efficace et peu coûteuse en temps de calcul.
Cependant les cartes d’un FCN classique restent de résolution très basses compa-
rées à l’entrée, et les sur-échantillonner causerait une perte d’information considé-
rable. Afin de pallier ce problème, Badrinarayanan et al. proposent une architec-
ture de type encodeur-décodeur [Badrinarayanan et al., 2017]. Le décodeur, afin
de ne pas perdre d’information, récupère les indices des pixels ayant été choisi
lors de l’opération de pooling correspondant dans l’encodeur afin de réaliser un
sur-échantillonnage non linéaire. Une illustration est proposée Figure 5.5.
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Figure 5.4: Illustration de la méthode FCN proposée par Long et al.. La figure
est tirée de [Long et al., 2015].

Figure 5.5: Illustration, tirée de [Badrinarayanan et al., 2017], du réseau Se-
gNet proposé par Badrinarayanan et al..

5.2.2.2 Segmentation de Signaux Temporels

Des méthodes fondées sur l’apprentissage profond ont également vu le jour
pour la segmentation de gestes, et plus particulière la segmentation de gestes chi-
rurgicaux.
La première est fondée sur des réseaux de neurones récurrents (RNN ) [DiPietro
et al., 2016]. En effet, en produisant une sortie yt à chaque échantillon t, on re-
trouve une sortie possédant la même longueur que l’entrée. Il est donc possible de
faire de la segmentation sémantique, grâce à des RNN. Les données utilisées par
Di Pietro et al., sont celles de la base JIGSAWS (Section 3.3.1) et chaque essai
a une durée importante. Or les RNN classiques gèrent mal les séquences longues.
C’est pourquoi ils ont préféré entraîner une variante des RNN : les LSTM présentés
Section 2.2.2.3. En utilisant les données cinématiques disponibles dans la base et
un réseau fondé sur des LSTM, Di Pietro et al. ont ainsi segmenté sémantiquement
des gestes chirurgicaux.

Une autre méthode introduite par Lea et al., illustrée Figure 5.6, utilise des
convolution 1D pour segmenter des gestes [Lea et al., 2016b]. En s’inspirant des
réseaux FCN créés pour la segmentation d’image, ils introduisent la même ar-
chitecture pour la segmentation de séquences. Ce réseau plus léger en terme de
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Figure 5.6: Illustration du réseau convolutionel introduit par Lea et al., extraite
de [Lea et al., 2017a].

paramètres que le réseau récurrent présenté précédemment, obtient également de
meilleurs résultats de segmentation sur la base de données JIGSAWS.

5.2.3 Approche avec Apprentissage Semi-supervisées et Non
supervisées

Les méthodes présentées précédemment nécessitent un grand nombre de don-
nées finement annotés (une étiquette par pixel de l’image ou par instant de la
séquence). Or cette tâche d’annotation est fastidieuse et longue. C’est pourquoi
des méthodes semi-supervisées voire non-supervisées ont vu le jour afin de rendre
cette d’annotation plus simple, voire peut être un jour inutile.

5.2.3.1 Segmentation d’Images

Dans le domaine de la segmentation sémantique d’images, des méthodes semi-
supervisées fondées sur des annotations fortes et faibles ont vu le jour.
Ainsi Papandreou et al. ont développé une méthode utilisant des étiquettes faibles,
i.e. l’annotation n’est pas faite pixels par pixels, la seule information disponible est
le nom des objets présents dans la scène [Papandreou et al., 2015]. Afin d’extraire
des caractéristiques, un réseau convolutionnel est développé. Cependant lors de la
phase d’apprentissage, comme les étiquettes des pixels ne sont pas disponibles, un
algorithme d’espérance-maximisation (Expectation-Maximization - EM ) est utilisé
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[Dempster et al., 1977]. La méthode proposée, illustrée Figure 5.7, alterne entre
l’estimation de la classe des pixels, et l’optimisation des paramètres du CNN.

Figure 5.7: Illustration de la méthode d’apprentissage semi-supervisé proposée
par Papandreou et al., extraite de [Papandreou et al., 2015].

Afin d’obtenir des résultats plus précis, Luo et al. entraînent un réseau deux
fois. Le premier apprentissage est effectué sur un petit jeu de données avec des
annotations fortes (une étiquette par pixel). Une fois cette apprentissage terminé,
le deuxième apprentissage se déroule de la même manière que pour le réseau de
Papandreou et al., un apprentissage semi-supervisé utilisant l’algorithme EM.
Hong et al. procèdent d’une façon différente [Hong et al., 2015]. Dans cette ap-
proche, les annotations faibles n’ont été utilisées que pour former un réseau de
classification d’images. Par la suite, des cartes d’activations de classes, comme
présentées Section 4.2, ont été calculées pour chaque image. Ensuite ces cartes
d’activation ainsi que les cartes de caractéristiques de la dernière couche de convo-
lution, sont utilisées en entrée d’un autre réseau convolutionnel entraîné à segmen-
ter sémantiquement à partir d’annotations fortes. Cette méthode est très proche
d’une méthode d’apprentissage supervisé, de par l’utilisation d’annotations fortes.
Cependant il a été montré que le premier réseau de classification multi-label pro-
duit des caractéristique discriminantes pour la segmentation sémantique.

5.2.3.2 Segmentation de Signaux Temporels

Pour les signaux temporels, des méthodes proposent également des algorithmes
non-supervisés afin de segmenter et de reconnaître la classe des segments.
Ainsi Despinoy et al. proposent une méthode non supervisée de segmentation pour
la segmentation de gestes chirurgicaux réalisés à l’aide d’un robot [Despinoy et al.,
2016], illustrée Figure 5.8.
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Figure 5.8: Illustration de la méthode proposée par Despinoy et al., extraite
de [Despinoy et al., 2016].

Des caractéristiques (la courbure κ, la torsion τ et leur dérivés du premier
ordre en fonction de la longueur d’arc (κs et τs)) sont extraites des données ciné-
matiques afin d’enrichir la représentation des gestes. Ces caractéristiques portent
ainsi le nombre de variables représentant le geste à 24 (3 pour la position dans
l’espace (x, y, z), 4 pour la représentation des rotations en quaternions, 4 carac-
téristiques présentées précédemment et 1 pour l’angle des pinces du robot). La
segmentation est ensuite réalisée en appariant les instants critiques repérés grâce
à l’algorithme introduit par [Weinkauf et al., 2010]. La reconnaissance des classes
des segments est ensuite réalisée avec un avec un KNN ou un SVM.
Gao et al. ont également proposé une méthode non-supervisée pour la segmen-
tation sémantique de gestes chirurgicaux [Gao et al., 2016]. La méthode extrait
des caractéristiques pertinentes grâce à un réseau auto-encodeur (un réseau de
neurone projetant les entrées dans un espace de plus petite dimension, et capable
de reconstruire l’entrée à partir de cette représentation) et utilise l’algorithme du
DTW (Section 2.2.2.1) pour aligner les différents exemples. Une fois l’alignement
réalisé, un système de vote basé sur l’estimation de la densité par noyau, permet
de transférer les labels d’une petite base d’essais annotés à des essais non annotés.

5.2.4 Bilan

Dans cette partie, nous avons présenté les méthodes existantes pour segmenter
sémantiquement des images ou des signaux temporels. Il convient maintenant de
voir quelle méthode est la plus adaptée à la tâche que nous souhaitons réalisée, qui
est d’utiliser la segmentation sémantique afin de fournir un retour d’information
plus global, permettant le suivi de l’acquisition des compétences

Les approches traditionnelles ont largement été dépassées ces dernières années
par les approches utilisant l’apprentissage profond. Ces dernières nécessitent ce-
pendant d’avoir des grosses bases de données finement annotées, pixel par pixel,
ce qui n’est pas toujours le cas. Ceci a amené aux approches semi voire non-
supervisées, qui sont bien plus complexes à mettre en place. En effet utiliser des
annotations faibles voire inexistantes demande de mettre en place des stratégies
d’apprentissage complexes pour la segmentation sémantique. De plus, les résultats
qualitatifs obtenus sont encore peu satisfaisants.
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Se tourner vers des méthodes utilisant l’apprentissage profond est donc la so-
lution que nous allons privilégier. En effet, ces méthodes amènent aux meilleurs
résultats de segmentation, que ce soit pour les images ou pour les signaux tem-
porels, dès lors que l’on possède assez de données. Parmi les méthodes existantes,
les réseaux FCN ont montré les meilleurs résultats, avec peu de paramètres à ap-
prendre et donc une puissance de calcul modérée. De plus, l’architecture introduite
par Lea et al. [Lea et al., 2016b], qui est une variante des FCN pour les signaux
temporels, amène aujourd’hui aux meilleurs résultats quantitatifs sur trois bases
de données de séquences différentes. C’est donc l’approche que nous avons choisi
de développer. Dans la suite du chapitre, nous présentons deux architectures fon-
dées sur les FCN pour segmenter les gestes chirurgicaux. Ces deux approches sont
par la suite testées sur la base de données JIGSAWS présentée Section 3.3.1. En-
fin les segmentations obtenues sont combinées à la méthode produisant un retour
d’information afin d’ajouter de la compréhensibilité.

5.3 Auto-Encodeur pour la Segmentation Tempo-
relle

Au vu des bons résultats du réseau introduit par Lea et al. pour la segmenta-
tion sémantique [Lea et al., 2016a], nous avons décidé de nous en inspirer tout en
rajoutant des modifications tirées de différents domaines (l’estimation de pose et
la segmentation simple) afin d’améliorer les résultats de segmentation et fournir
par la suite un retour d’information qui soit le plus compréhensible possible.

Dans cette section nous présentons d’abord les différents modèles qui ont servi
d’inspiration. Par la suite nous présentons les deux nouveaux modèles, ainsi que
les résultats de segmentation sur la base de données JIGSAWS (Section 3.3.1).

5.3.1 Auto-encodeurs de la littérature

Dans cette section, nous présentons les trois réseaux, dont nous nous sommes
inspirés pour proposer deux réseaux réalisant la segmentation sémantique.

5.3.1.1 Encodeur-Décodeur avec des Convolutions Temporelles

Le réseau introduit par Lea et al. a pour vocation de remplacer l’approche
consistant a décorréler les caractéristiques spatiale et temporelle [Lea et al., 2016a].
En effet, dans le cas de vidéos ou de séquence, il est possible d’utiliser un réseau
convolutionnel afin d’extraire des informations spatiales et locales de chaque image
et d’utiliser cette séquence de caractéristiques extraites en entrée d’un réseau RNN.
Cette approche en plus de nécessiter l’apprentissage de deux modèles, ne permet
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pas de capturer les mouvements de manière efficace, car elle ne prend pas en
compte la notion de caractéristiques spatio-temporelles.
Pour palier cela, Lea et al. proposent donc d’utiliser un réseau fondé sur des convo-
lutions temporelles (Temporal Convolution Network - TCN ), illustré Figure 5.9.

Figure 5.9: Illustration de l’encodeur-décodeur introduit par Lea et al., extraite
de [Lea et al., 2016a].

L’entrée X de ce réseau est un signal temporel, comme la sortie de capteurs,
de longueur variable T . L’encodeur présenté Figure 5.9 est composé de convolution
1D suivi d’une couche de pooling et par la suite d’une normalisation des dimen-
sions. Chaque enchaînement de ces trois couches représente un bloc, et l’encodeur
est donc composé de L blocs. Le décodeur va être composé de la même façon, mais
les couches de pooling sont remplacées par une couche de sur-échantillonnage, afin
d’obtenir une sortie Y qui soit de longueur T .

5.3.1.2 U-Net

U-net est un réseau, inspiré des FCN, proposé par Ronneberger et al. pour
segmenter des images biomédicales [Ronneberger et al., 2015]. Les FCN sont des
réseaux entièrement convolutionnels mais contrairement aux architectures clas-
siques (VVG, Resnet,...), la sortie n’est pas une classification globale mais possède
la même dimension que l’entrée, ce qui veut dire que la classe de chaque pixel
est prédite. Cela est rendu possible grâce à des opérations de sur-échantillonnage,
comme pour le réseau Encodeur-Décodeur temporel présenté Section 5.3.1.1.
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Figure 5.10: Illustration du réseau U-net développé par Ronneberg et al. pour
la segmentation d’images biomédicales, extraite de [Ronneberger et al., 2015].

Cependant, le réseau U-net est un FCN modifié, illustré Figure 5.10. En effet,
on retrouve comme dans les FCN, une partie encodant les informations, et une
autre partie augmentant la résolution, jusqu’à arriver à la résolution de l’entrée.
Cependant, contrairement au réseau FCN classique, la partie effectuant le sur-
échantillonnage dispose de plus de couche, ce qui donne cette forme de "U" au
réseau. De plus, des connections sont effectuées entre la moitié encodant et la
partie sur-échantillonnant. En effet, pour chaque pallier de sur-échantillonnage,
les cartes de caractéristiques correspondantes sont concaténées à l’entrée de cette
couche afin d’obtenir une meilleure segmentation dans la couche de sortie.

5.3.1.3 Auto-Encodeur pour l’Estimation de Pose

Newell et al. ont introduit une nouvelle architecture pour estimer les positions
2D de squelettes à partir d’images [Newell et al., 2016]. Cette architecture en
sablier, aussi appelé Hourglass, permet de conserver la résolution entre l’entrée et
la sortie du réseau. Le réseau principal est présenté Figure 5.11.

Afin d’extraire des caractéristiques pertinentes à toutes les échelles, des connec-
tions parallèles sont introduites, de la même manière que pourU-net (Section 5.3.1.2).
Un bloc est composé de couches de convolution et d’une couche de pooling. Avant
chaque couche de pooling, une branche parallèle est créée. On trouve également
des couches de convolution dans cette branche parallèle, mais pas de couche de
pooling afin de conserver des informations spatiales à la résolution pré-pooling.
Lorsque la résolution la plus basse est atteinte, le réseau commence à augmen-
ter la résolution en sur-échantillonnant, et en réappliquant des convolutions. Pour
assembler les caractéristiques des branches parallèles avec la branche principale,
elles sont additionnées.
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Figure 5.11: Illustration de l’architecture d’auto-encodeur proposé par Newell
et al., extraite de [Newell et al., 2016].

5.3.2 Modèles Proposés

Les architectures présentées précédemment ne servent pas toutes directement
à segmenter sémantiquement, mais ont prouvé leur efficacité dans les domaines
pour lesquels elles ont été développés. C’est pourquoi, nous avons décidé de com-
biner l’architecture TCN avec les deux modèles présentés précédemment (U-net
et l’Auto-Encodeur) afin d’améliorer les résultats en segmentation du TCN.

5.3.2.1 Encodeur-Décodeur avec Connexions

Cette architecture est inspirée du modèle TCN proposé par Lea et al.. En effet,
on retrouve l’architecture encodeur-décodeur qui permet de segmenter sémantique-
ment des signaux. Cependant, des connections entre l’encodeur et le décodeur ont
été ajoutées, comme dans le réseau U-net. Le modèle est représenté Figure 5.12.

Ces connexions vont permettre au réseau d’améliorer les représentations dans
les couches correspondant au décodeur, en apportant à la fois des informations
globales (qui viennent de l’encodeur) et des informations de résolution fine (qui
viennent de la connexion), ceci permet donc d’améliorer la segmentation finale.
D’autre part lors de l’apprentissage, si le nombre de bloc L est important, le risque
de disparition du gradient dans les premières couches est très fort, et elles seront
donc mal entraînées. Avec ces connexions, le gradient circule dans le réseau par la
voie principale mais également au travers des connexions. La valeur du gradient
dans les premières couches a donc moins de risque d’être faible, ce qui permet un
meilleur apprentissage.
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Figure 5.12: Modèle proposé d’encodeur-décodeur temporel avec des
connexions.

5.3.2.2 Encodeur-Décodeur avec des Connexions Convolutionnelles

Cette autre architecture est inspirée du modèle TCN proposé par Lea et al.. De
nouveau on retrouve l’architecture encodeur-décodeur pour segmenter, cette fois-ci
couplée aux convolutions parallèles proposées par Newell et al. [Newell et al., 2016].
Lors des connections entre l’encodeur et le décodeur, une couche de convolution
est ajoutée. Le modèle est représenté Figure 5.13.

Ces convolutions vont permettre de combiner des caractéristiques à différentes
échelles temporelles. En effet, même si les informations fines, telles que les trem-
blements de la main, nécessitent des échelles temporelles fines, des mouvements
plus lents et plus longs vont eux nécessiter une échelle temporelle plus larges. Donc
combiner, les sorties de différentes couches de convolution permet d’extraire des
informations à toutes les échelles temporelles.
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Figure 5.13: Modèle proposé d’encodeur-décodeur temporel avec des
connexions convolutionnelles.

5.4 Résultats

Dans cette section, les résultats des architectures introduites précédemment
sont présentés. Elles sont évaluées sur la base de données JIGSAWS (Section 3.3.1),
en utilisant deux méthodes de validation : le Leave-One-User-Out (LOUO), où
tous les essais dans un sujet sont enlevés de la base d’entraînement et constituent
la base de test, et le Leave-One-Super-Trial-Out (LOSO), où un essai de chaque
sujet est enlevé de la base d’apprentissage et ces essais vont constituer la base de
tests. Afin d’évaluer les performances des modèles proposés, la métrique utilisée
est la précision, qui représente le pourcentage d’échantillons bien classifiés. Si l’on
introduit C, la matrice de confusion, alors ses éléments C(i, j) avec (i, j) ∈ 1...n,
où n est le nombre de classes, représentent les échantillons de la classe i reconnus
comme étant de la classe j. La précision (Accuracy) est alors définie par :

Acc =

∑n
i=1C(i, i)∑n
i,j=1C(i, j)

(5.1)

5.4.1 Détails d’implémentation

Les deux réseaux présentés sont composés de L = 3 blocs, et les couches de
convolution sont composées successivement de 32, 64 et 96 filtres pour l’encodeur
et de 96, 64 et 32 filtres pour le décodeur. Concernant la durée des convolutions, il
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a été déterminé empiriquement qu’une longueur de filtre de 30 échantillons ame-
nait aux meilleurs résultats.
Chaque couche de pooling divise la longueur de la séquence par 2 et chaque sur-
échantillonnage multiplie par 2 la longueur de l’entrée. De plus, pour éviter le
sur-apprentissage un taux de dropout de 0.3 est appliqué à chaque couche de
convolution, et une normalisation par batch est appliquée après chaque convolu-
tion.
En ce qui concerne les données d’entrée, Lea et al. ont montré que d’utiliser uni-
quement une sous-partie des données cinématiques donnait de meilleurs résultats
de segmentation et de classification. Cette sous-partie est composée des positions
(x, y, z), des vitesses de translation (vx, vy, vz) et de l’angle de préhension (θ) des
deux manipulateurs esclaves. De plus, le signal d’entrée dans le modèle de Lea et
al. est sous-échantillonné : un échantillon sur trois est gardé dans le signal d’en-
trée du modèle. Après avoir réalisé des tests, utiliser uniquement une sous-partie
des données et sous-échantillonner chaque signal donne effectivement de meilleurs
résultats nous avons donc décidé d’utiliser la même approche.
Les paramètres de notre modèle ont été appris à l’aide de la fonction de coût
d’entropie croisée, et l’algorithme ADAM est utilisé pour mettre à jour les poids.
L’apprentissage dure 100 périodes et la taille des batchs est de 5 essais.

5.4.2 Résultats

Afin d’obtenir des résultats significatifs, chaque modèle a été entraîné 10 fois,
et les résultats présentés sont les moyennes de ces 10 apprentissages.
Les premiers résultats présentés Table 5.1, sont ceux de la méthode de validation
LOSO. Lea et al. [Lea et al., 2016b] présentant uniquement une moyenne dans leur
article, nous avons relancé l’apprentissage de leur modèle pour pouvoir comparer
tâche par tâche, l’apport des connexions sur l’architecture Encodeur-Décodeur.

Suture Parcours de
l’Aiguille Nœud Moyenne

GMM-HMM (1) 82.22 70.55 80.95 77.91
KSVD-HMM (1) 83.40 73.09 83.54 80.01
SC-CRF (1) 85.18 77.30 80.72 81.07
ED-TCN (2) 84.22± 0.46 79.61± 0.26 82.02± 0.8 80.62± 0.51

ED-TCN-Link 88.14± 0.23 77.1± 0.96 85.36± 0.64 83.50± 0.51
ED-TCN-ConvLink 87.74± 0.28 76.87± 0.89 84.80± 0.65 83.14± 0.61

Table 5.1: Précision de la segmentation des deux méthodes présentées précé-
demment et ceux de l’état de l’art proposé par (1) [Ahmidi et al., 2017] et (2)

[Lea et al., 2016b], pour la méthode validation LOSO.
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Comme on peut le voir Table 5.1, les deux modèles proposés obtiennent de
meilleurs résultats en précision que les autres méthodes de l’état de l’art. Cepen-
dant on remarque que le modèle avec des connexions convolutionnelles amène à
des résultats légèrement moins bons.
De plus la validation en LOSO, n’est pas très représentative de la réalité. En effet,
pour une application réelle, la base d’apprentissage est exclusivement composée
de gestes réalisés par des personnes, et par la suite, le modèle est testé avec des
gestes réalisés par d’autres personnes. Pour cette raison, dans la suite du chapitre,
les résultats présentés seront validés grâce à la méthode de validation LOUO, bien
plus proche de la réalité.
La Table 5.2 présente les résultats des modèles et de l’état de l’art avec la validation
LOUO.

Suture Parcours de
l’Aiguille Nœud Moyenne

GMM-HMM (1) 73.95 64.13 72.47 70.18
KSVD-HMM (1) 73.45 62.78 74.89 70.37
SC-CRF (1) 81.74 74.77 78.95 78.49
LSTM (2) 80.5 N/A N/A N/A
BiLSTM (2) 83.3 N/A N/A N/A
ED-TCN (3) 80.89± 0.6 75.11± 0.45 79.49± 0.7 78.49± 0.58

ED-TCN-Link 82.97± 0.34 76.76± 0.45 83.01± 0.66 80.91± 0.48
ED-TCN-ConvLink 82.44± 0.48 76.37± 0.40 81.41± 0.78 80.07± 0.55

Table 5.2: Précision de la segmentation des deux méthodes présentées précé-
demment et ceux de l’état de l’art proposé par (1) [Ahmidi et al., 2017], (2)
[DiPietro et al., 2016] et (3) [Lea et al., 2016b], pour la méthode validation

LOUO.

Comme on le remarque Table 5.2, les meilleurs résultats en segmentation sont
obtenus grâce aux deux architectures proposées précédemment. De la même ma-
nière, que pour la validation avec la méthode LOSO, les connexions convolution-
nelles, bien que meilleures que l’état de l’art, amène à des résultats de précision
plus faibles que la même architecture mais avec des connexions simples.
Au vu des deux Tables précédentes, il apparaît que les connexions simples sont
suffisamment robustes pour segmenter de manière fiable et que les connexions
convolutionnelles, bien qu’efficaces ne s’adaptent pas à notre problème. Ceci est
sans doute dû au faible nombre d’exemples contenus dans la base de données :
seuls 39 exemples sont utilisés pour entraîner le réseau. Ainsi, ajouter des couches
convolutionnelles dans les branches parallèles augmente le nombre de paramètres
à estimer et par la suite, peut nuire à la généralisation sur des bases de petite
taille.

Après avoir regardé des résultats quantitatifs, des résultats plus qualitatifs
sont présentés. On retrouve Figure 5.14, les résultats qualitatifs pour un exemple
avec une précision forte et un exemple avec une précision faible.
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(A) Essai avec les meilleurs résultats de
segmentation.

(B) Essai avec les pires résultats de seg-
mentation.

Figure 5.14: Résultats qualitatifs de l’architecture Encodeur-Décodeur avec
des connexions avec la méthode de validation LOUO.

Comme on le remarque Figure 5.14, lorsqu’un exemple est bien segmenté, la
suite de sous-gestes ainsi que les instants de transition correspondent parfaitement
à la vérité-terrain. Cependant lorsque la précision baisse trop, la suite de sous-
gestes prédite est loin de la vérité et les sauts entre les différents sous-gestes sont
fréquents.

5.4.3 Comment utiliser la Segmentation pour donner un Re-
tour d’Information ?

Maintenant que des méthodes de segmentation, ont été développées, il est
intéressant de voir comment les coupler à l’évaluation de gestes et au retour d’in-
formation. En effet, ici, le but final de la segmentation sémantique est d’indiquer
quel sous-geste a été mal réalisé, afin d’ajouter de la compréhensibilité à la mé-
thode d’information. La segmentation sémantique permettra également de fournir
des statistiques sur le long terme sur les compétences acquises.
Pour coupler la segmentation et le retour d’information, nous avons choisi de les
faire travailler en parallèle. Le modèle de segmentation va classifier chaque échan-
tillon d’une réalisation et en parallèle le modèle d’évaluation va fournir une note
à cette même réalisation.
Une fois la note obtenue, la méthode AGRA est appliquée afin d’obtenir un retour
d’information sur les instants erronés. Le retour d’information fourni, pour chaque
échantillon et chaque dimension du signal d’entrée est une valeur proportionnelle
à l’erreur commise (gradient). Les données cinématiques sont composées de 76 di-
mensions à chaque instant et donc le retour d’information fourni par AGRA est
lui aussi composé de 76 dimensions. Il est difficile, à partir de ce signal multi-
dimensionnel, de longueur variable, de remonter aux compétences acquises par
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l’apprenant. Ce retour d’information brut est donc peu compréhensible. Une pre-
mière simplification consiste à estimer la norme du gradient estimé par AGRA à
chaque instant. La Figure 5.15 présente le couplage de la segmentation et de l’éva-
luation en utilisant le réseau siamois à sorties multiples présenté Section 3.4.2,
pour une tâche de Suture. L’exemple choisi a obtenu un score de précision de seg-
mentation de 92% et le score moyen prédit par les dix modèles d’évaluation est de
20.24± 1.76 pour une vérité terrain de 23. Rappelons que la note correspondant à
une réalisation parfaite de gestes est de 30.

Figure 5.15: Couplage de l’évaluation et de la segmentation sémantique pour
une tâche de Suture ayant obtenu un score de 23.

Comme on peut l’observer Figure 5.15, la norme du gradient générée grâce
à la méthode AGRA est très peu bruitée, et des instants considérés comme er-
ronés ressortent. Malheureusement, la vérité-terrain pour le retour d’information
n’existant pas pour la base de données JIGSAWS, il est impossible de vérifier
si les instants détectés sont effectivement erronés. Néanmoins, si l’on se fie aux
résultats sur la base de données synthétique, les instants détectés ont de fortes
chance d’être erronés. Ainsi, si l’on couple ces instants avec la segmentation de
la tâche, on remonte aux sous-gestes correspondant aux instants détectés et il est
donc possible d’indiquer à l’apprenant qu’une faute a sûrement été commise lors
du premier transfert de l’aiguille (premier instant détecté), ou encore lorsque le fil
a été tiré (dernier instant détecté).
La même procédure est effectuée sur un deuxième exemple supposé moins bon
ayant une note prédite de 15.74± 0.71 pour une vérité terrain de 12 (Figure 5.16).

Pour l’exemple présenté Figure 5.16, il est également possible de remonter aux
instants supposés erronés et donc aux sous-gestes correspondants.
Pour pousser l’apprentissage plus loin, il serait intéressant de faire ressortir des
statistiques de ces erreurs, par exemple quels sous-gestes est le moins bien réalisé
par quelqu’un, afin qu’il puise s’entraîner à refaire ce geste.
Comme expliqué précédemment, le gradient est lié, au niveau de l’erreur. Le score
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Figure 5.16: Couplage de l’évaluation et de la segmentation sémantique pour
une tâche de Suture ayant obtenu un score de 12.

d’erreur proposé est la moyenne de la norme du gradient par sous-geste. Ainsi plus
ce score est grand, plus le sous-geste est mal réalisé. Une fois les notes obtenues
pour tous les essais d’une même personne, il est possible de faire des statistiques,
pour lui indiquer les gestes les moins bien réalisés On retrouve ces statistiques
pour deux personnes de la base de données, Figure 5.17.

(A) Statistique pour une personne ayant
eu des notes entre 10 et 17.

(B) Statistique pour une personne ayant
eu des notes entre 17 et 23.

Figure 5.17: Statistiques sur les notes obtenues par sous-gestes pour deux
personnes.

Tous les sous-gestes n’étant pas présents dans la tâche de Suture, il est im-
possible de fournir des statistiques sur tous les sous-gestes. Cependant pour les
sous-gestes retrouvés par l’algorithme de segmentation, on remarque qu’une per-
sonne ayant obtenues des meilleurs notes globales selon le modèle d’évaluation,
obtient en général de meilleures notes par sous-gestes. Tout ces résultats restent à
confirmer sur une base avec une vérité-terrain.



102 Segmentation Sémantique de Gestes

5.5 Bilan

En partant de la littérature existante sur la segmentation, nous avons pu ex-
plorer, dans ce chapitre, les différentes solutions existantes pour de la segmentation
d’images ou de signaux.

Une architecture existante a retenu notre attention, l’encodeur-décodeur tem-
porel proposé par Lea et al., qui permet de segmenter des signaux et qui a déjà été
testé pour de la segmentation de gestes. L’avantage des convolutions temporelles
est qu’elles acceptent en entrée des signaux de toutes tailles et que lors de l’ap-
prentissage des paramètres, les risques d’explosion de la valeur du gradient sont
plus faibles que lors de l’apprentissage de réseaux récurrents.

En partant de cette architecture, deux nouvelles architectures sont propo-
sées : l’encodeur-décodeur avec des connexions et l’encodeur-décodeur avec des
connexions convolutionnelles. Ces deux contributions ont en commun d’utiliser les
connexions entre les couches de l’encodeur et du décodeur.
Ces connexions impactent en premier l’apprentissage du réseau. En effet, le nombre
de couche étant important, le risque d’avoir un gradient trop faible pour mettre à
jour les poids des premières couches de l’encodeur est grand. Avec ces connexions,
le gradient passe par deux chemins différents et réduit donc le risque de dispari-
tion.
La deuxième contribution des connexions est qu’elles permettent au réseau d’ap-
prendre une représentation multi-résolution où à la fois les détails fins et des ca-
ractéristiques plus grossières sont représentées

Les deux propositions ont été testées sur une base de données de gestes chirur-
gicaux. Sur cette base de données, les résultats obtenus en précision sont meilleurs
que ceux de l’état de l’art.
Par la suite, les segmentations obtenues sont couplées à une méthode d’évaluation
proposée Chapitre 3 et à la méthode AGRA (Chapitre 4), afin de proposer un
retour d’information qui soit le plus compréhensible possible.



Chapitre 6

Conclusion et Perspectives

Cette thèse vise à concevoir un système de coachs virtuels, capable d’aider et
d’entraîner une personne à apprendre des gestes, que ce soit des gestes sportifs ou
d’autres types de gestes, comme des gestes chirurgicaux. Un tel système soulève
des problématiques auxquelles cette thèse a tenté de répondre.

Au cours de la thèse deux grandes problématiques ont été soulevées : comment
évaluer automatiquement un geste et comment par la suite donner un retour d’in-
formation pertinent sur la réalisation du geste afin de l’améliorer.
Ces deux tâches étant différentes mais complémentaires, le choix a été fait de les
traiter séparément afin d’obtenir les meilleurs résultats possibles. Ainsi après un
état de l’art sur la problématique, notre choix s’est porté sur le développement
d’une méthode fondé sur les réseaux de neurones. En effet, ces méthodes d’ap-
prentissage statistique ont montré de très bonnes performances dans de nombreux
domaines, comme la reconnaissance de scène et de gestes ou la segmentation sé-
mantique d’images et de vidéos ou encore la synthèse d’images/de gestes.

Après avoir étudié les solutions spécifiques à l’évaluation automatique de gestes,
notre choix s’est porté sur une architecture particulière des réseaux de neurones :
l’architecture siamoise. Celle-ci permet de comparer deux réalisations de gestes
mis entrée du système, notamment pour les classer selon leur niveau de réalisa-
tion. Une fois le classement de tous les couples de gestes réalisé, il est assez facile
de remonter au classement global des gestes par qualité. L’architecture siamoise
amène à de très bonnes performances. Intuitivement, il est plus facile de comparer
deux gestes pour expliquer leur écart de note que d’expliquer les notes individuelles
des gestes, surtout lorsque l’on a peu d’exemple pour généraliser. Cependant, un
problème demeure : l’évaluation réalisée dépend des différentes comparaisons et
donc des autres réalisations. Si tous les gestes sont mal réalisés, ce système trie les
exemples par ordre de qualité mais à aucun moment ne renseigne sur la mauvaise
qualité générale. D’autre part, ce système impose seulement le tri des exemples
mais aucune contrainte n’est appliquée pour que l’écart de notes soit respecté
entre les exemples. Nous avons donc introduit une nouvelle fonction de coût aux
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réseaux siamois qui contraint le réseau à respecter l’écart de notes. Cette nouvelle
fonction de coût améliore le classement des réalisations mais ne permet toujours
pas de répondre au premier problème évoqué : elle ne permet pas de remonter au
score absolu de chaque réalisation de geste. Pour palier ce problème, nous avons
proposé deux solutions fondées sur les réseaux siamois qui amènent à une évalua-
tion des réalisations selon une échelle de notation et non pas juste un classement
des exemples. Ces deux solutions ont été testées sur deux bases de données pu-
bliques se concentrant sur l’évaluation de gestes : la base JIGSAWS, composée de
gestes chirurgicaux et la base AQA-7 composée de gestes sportifs. Sur ces deux
bases de données, les deux solutions proposées dans le Chapitre 3 ont amené à de
très bonnes performances pour l’évaluation de la qualité des gestes. Elles se sont
d’autre part avérées également plus efficaces pour le classement des gestes selon
leur niveau de qualité.

Obtenir un score sur sa performance n’est pas suffisant pour l’apprentissage
d’un geste et le retour d’information sur les erreurs commises est essentiel. Pour
cela, il est nécessaire d’expliciter la décision – le score – fourni par le réseau de
neurones. Après un état de l’art sur les méthodes d’explicabilité des réseaux, toutes
utilisées lors de tâches de classification, notre choix s’est porté vers les méthodes
fondées sur le gradient. En effet, ce sont les seules qui paraissent adaptables à un
problème de régression. Le gradient de la sortie par rapport aux variables d’entrée
amène à une carte de sensibilité représentant l’influence des variables d’entrée sur
la sortie. Cette carte n’amène pas à l’information recherchée pour notre problé-
matique car les variables d’entrée peuvent avoir une influence positive sur le score
(endroits bien réalisés visant à augmenter le score) ou une influence négative. Une
adaptation est ainsi nécessaire. Nous proposons de changer le calcul du gradient et
d’utiliser une fonction qui compare la sortie du réseau au score parfait de la tâche
réalisée. En utilisant ce gradient pour modifier les variables d’entrée, ceci permet
de retoucher progressivement le geste de manière à le rapprocher d’un geste au
score idéal. La comparaison de l’entrée et de l’entrée modifiée amène alors aux er-
reurs commises lors de la réalisation du geste. Un problème demeure : le gradient
est très bruité et amène donc à des résultats également bruités. D’autre part, ils
varient énormément en fonction de l’apprentissage du réseau et peuvent s’avérer
plus ou moins pertinents quant au retour d’information fourni. Pour remédier à
ces problèmes, nous avons introduit la méthode AGRA, qui consiste à entraîner
un grand nombre de modèles de réseaux de neurones sur la même tâche et par la
suite à moyenner les gradients obtenus. Afin de valider cette méthode, et face au
manque de bases de données avec vérité de terrain sur les erreurs commises lors
de la réalisation d’un geste, nous avons réalisé une base de données de signaux de
synthèse sur lesquels nous avons introduit des perturbations. La méthode AGRA
a montré des résultats très compétitifs sur cette base de données, comparée à
d’autres méthodes de l’état de l’art.

Les résultats bruts fournis par la méthode sont assez difficilement compré-
hensibles pour une personne qui n’est pas du domaine de l’intelligence artificielle.
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D’autre part, ils ne permettent pas de réaliser de statistiques, si ce n’est sur l’évo-
lution du score global. Aussi, nous avons trouvé intéressant de réaliser une seg-
mentation sémantique de gestes en sous-gestes. En effet, si le geste évalué est en
parallèle segmenté et que chaque segment est reconnu, alors il est possible d’as-
socier un score à chaque sous-geste et de donner les statistiques correspondantes
pour avoir un retour plus fin sur les compétences acquises. Afin de valider cette
démarche, nous avons utilisé une base de signaux chirurgicaux de la littérature qui
a l’avantage de posséder des annotations de segmentation sémantique en gestes
comme « Prendre l’aiguille avec la pince droite », « Tirer la suture avec la pince
gauche » ou encore « Faire une boucle autour de la main droite ». Nous avons
également proposé une nouvelle architecture pour la segmentation sémantique qui
dépasse l’état de l’art sur cette base de données composée de très peu d’exemples.

Perspectives

Les travaux réalisés lors de cette thèse permettent de mettre en lumière plu-
sieurs constats et d’envisager des perspectives à plus ou moins long terme.

La première perspective est de valider ces travaux, particulièrement ceux sur le
retour d’information, sur une base de données réelle. Cela demande donc d’acquérir
une nouvelle base de données de gestes mais surtout de l’annoter avec à la fois un
score global de qualité, mais aussi les erreurs commises lors de la réalisation du
geste, avec des annotations aussi bien temporelles que spatiales. Une telle base de
données permettra de valider la méthode AGRA quant à sa capacité à fournir un
retour d’information correct.

Une seconde perspective réside dans la façon de donner un retour pertinent à
l’utilisateur. En effet, il n’est pas envisageable de fournir directement les données
brutes résultant de l’explicabilité du réseau de neurones. Ainsi un post-traitement
reste à faire sur ces données de manière à les rendre intelligibles, soit directement
par l’utilisateur soit par un système de plus haut niveau fournissant par exemple,
un retour tactile.

Une façon d’interpréter les résultats est de réaliser une segmentation séman-
tique, comme proposée Chapitre 5. Ceci ne se substitue pas au retour fin d’infor-
mation qui permet de remonter aux vrais défauts du geste mais permet de tracer
des courbes d’apprentissage de compétences, utiles pour mesurer l’apprentissage
à long terme. Nous avons proposé une architecture permettant la segmentation
sémantique sur une base particulière possédant très peu de signaux. L’approche
proposée n’utilise donc que très peu d’information en entrée et l’architecture est
peu profonde, de manière à amener à une bonne généralisation sur cette base.
Nul doute que pour des bases de données de taille raisonnable, une nouvelle ar-
chitecture, plus profonde, sera plus adaptée et menera à de meilleurs résultats de
segmentation.
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