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INTRODUCTION

I Contexte biologique général : Les maladies auto-immunes

I.i Généralité sur les maladies auto-immunes

Le système immunitaire a pour rôle de protéger l’organisme contre les agressions extérieures
comme les bactéries et les virus. Lorsque cette protection se retourne contre les constituants du
« soi », on parle de maladies auto-immunes (MAI).

D’après le Centre National de Référence (CRMR) des maladies auto-immunes de Stras-
bourg 1, les maladies auto-immunes touchent actuellement près de 10% de la population mon-
diale. Depuis plusieurs années, près de 80 maladies sont recensées et ce nombre ne semble plus
évoluer. Elles sont classées en deux groupes :

— les maladies spécifiques à un seul organe comme le diabète de type 1 ou la sclérose en
plaque

— les maladies non spécifiques, qui touchent plusieurs organes, aussi appelées maladie sys-
témique comme la polyarthrite rhumatoïde ou le lupus

Plusieurs MAI apparaissent préférentiellement chez les femmes [1]. Plusieurs hypothèses sont
avancées pour expliquer ce phénomène, parmi lesquelles l’influence des hormones ou le rôle du
chromosome X [2]. La majorité de ces maladies n’ont pas encore d’origine connue mais plusieurs
facteurs semblent influencer la maladie. On parle alors de maladie multi-factorielle.

I.ii Origine du dysfonctionnement

Facteurs génétiques et environnementaux Plusieurs facteurs semblent impliqués dans le
déséquilibre de la réponse immunitaire (Figure 1).

Parmi les facteurs soupçonnés d’avoir un impact sur le développement de la maladie, on
trouve la prédisposition génétique [4]. En effet, il existe plusieurs formes familiales de certaines
MAI. Généralement, les MAI résultent d’une accumulation de polymorphismes de gènes dont les
conséquences, pris indépendamment, sont faibles sur le développement de la pathologie. C’est le
cas par exemple des gènes HLA, qui codent pour des protéines dont le rôle est de distinguer les
éléments de l’organisme des pathogènes [5].

Des facteurs environnementaux sont aussi à prendre en compte dans le déclenchement de la
pathologie. Plusieurs pistes sont d’ailleurs envisagées comme les hormones féminines qui sont

1. https ://maladie-autoimmune.fr/
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Figure 1 – Schéma de l’influence des facteurs génétiques et environnementaux sur
l’auto-immunité (issu de [3]).

importantes dans certaines MAI, certains traitements anti-cancéreux qui peuvent induire la
production d’auto-anticorps [6] ou encore le microbiote intestinal. En effet, des données épidé-
miologiques montrent une association entre ce microbiote et la survenue d’une maladie auto-
immune [7]. Les modes de vie, tel que le régime alimentaire ou le fait de fumer, vont aussi
favoriser le dérèglement du système immunitaire [3].

Si les causes ne sont pas encore complètement établies, les dérégulations cellulaires impliquées
dans les MAI sont mieux définies.

Dérégulation du système immunitaire D’un point de vue biologique, la première étape
dans l’apparition des MAI est la rupture de la tolérance du soi. La réponse auto-immune est
ensuite médiée selon deux processus [8] (Figure 2).

Figure 2 – Schéma de la dérégulation cellulaire impliquée dans l’apparition de l’auto-
immunité (issu de [3]).

Un premier processus est celui des lymphocytes B. En effet, la reconnaissance des éléments
du soi comme étant des agents pathogènes entraîne la production d’anticorps dirigés contre
l’organisme, les auto-anticorps. La présence d’auto-anticorps fait partie des éléments analysés
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pour le diagnostic de certaines MAI. Il en existe plusieurs selon la localisation de l’antigène,
l’anti-corps et ne sont présents dans différentes MAI [9] : les anti-corps anti-nucléaires (ANA),
les anticorps anti-cytoplasme de polynucléaires neutrophiles (ANCA), les anticorps dirigés contre
le fragment constant (Fc) des immunoglobulines de type G, les anticorps anti-phospholipides et
les anticorps anti-tissus.

Le second concerne les lymphocytes T autoréactifs vont jouer un rôle dans la lyse des cellules
reconnues comme pathogènes et donc l’inflammation. Cette destruction se fait par la sécrétion
de cytokines (interleukine et interféron) qui vont faire venir d’autres cellules immunitaires par
chimiotactisme.

Si les mêmes dérèglements des mécanismes immunitaires semblent apparaître dans les MAI,
les symptômes cliniques résultants de ces dysfonctionnements sont assez hétérogènes, en parti-
culier pour les MAI systémiques.

I.iii Des symptômes hétérogènes et une stratification difficile

Les MAI systémiques sont des maladies auto-immunes qui touchent l’ensemble du système,
impliquant plusieurs organes. Ces pathologies se manifestent cliniquement par plusieurs symp-
tômes, généralement sous forme de crises. Les symptômes ne sont pas forcément les mêmes pour
les patients diagnostiqués avec la même maladie et des pathologies différentes peuvent partager
certains critères cliniques. Connaître le stade de la pathologie est important lors du diagnostic et
se base sur plusieurs marqueurs selon les pathologies comme la mesure des auto-anticorps [10],
le nombre et la sévérité de l’atteinte des organes. Si le stade est agressif, la prise en charge du
patient sera différente (hospitalisation par exemple) et les traitements ne seront pas les mêmes.
Cependant, l’hétérogénéité de l’aspect clinique entre les patients ne facilite pas l’obtention d’une
stratification claire [11].

En 2014, un consortium européen, PRECISESADS 2, a mis en place une étude afin d’établir
une nouvelle classification des patients, basée sur les mécanismes cellulaires et moléculaires com-
muns plutôt que sur leurs symptômes seuls. Pour cela, 2 500 individus ont été recrutés, dont des
patients de MAI systémiques variées. Ce projet vise à utiliser les données omiques (génomique,
transcriptomique, épigénomique, métabolomique et protéomique) afin d’identifier des marqueurs
et des mécanismes moléculaires qui caractériseraient mieux les patients. Une nouvelle stratifi-
cation serait générée à partir de ces signatures pathologiques et permettrait, in fine, de mieux
traiter les patients.

Tout l’enjeu de cette thèse est de définir une nouvelle méthode afin d’identifier
de nouveaux marqueurs biologiques pour les patients atteints de MAI. Cette méthode
prendra en compte l’aspect complexe et hétérogène de ce type de maladie en utilisant les ca-

2. https ://www.imi.europa.eu/projects-results/project-factsheets/precisesads
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ractéristiques biologiques de chaque patient et non la population malade dans son ensemble. La
recherche de ces marqueurs va aussi reposer sur la combinaison de plusieurs données omiques.
Les données de génomique peuvent contenir des informations causales de la pathologie et les don-
nées de transcriptomique représentent l’expression des gènes. Pour cela, la méthode va s’appuyer
sur des outils informatiques (web sémantique) et bio-informatiques (biologie des systèmes).

II Enjeux bioinformatiques : Traitement de données massives
et hétérogènes, recherche de causalité

Les études cliniques ont pour principal but de répondre à une question biologique, médicale
pour une pathologie. Par exemple, connaître l’effet d’un traitement ou identifier des biomar-
queurs dans une maladie. Cependant, ces études nécessitent de filtrer les personnes recrutées
par des critères d’inclusion et d’exclusion. La stringence de ces critères va influencer le nombre
d’individus dans l’échantillon. De plus, avec l’essor des technologies à haut débit, la quantité et
la nature des données générées ne fait qu’augmenter.

L’ensemble de ces facteurs explique que les études cliniques contiennent des données mas-
sives et hétérogènes [12]. Des analyses classiques en biologie comme des mesures statistiques,
peuvent être compliquées à appliquer sur ce type de données. En revanche, plusieurs outils
bioinformatiques peuvent aider à pallier ces deux problématiques.

II.i La problématique des données hétérogènes

Les technologies à haut débit vont générer plusieurs types de données selon le niveau molécu-
laire. Ces dernières peuvent différer dans leur format et leur contenu. La majorité des analyses
comme l’expression de gènes ou l’abondance de protéines, métabolites traitent des données
continues. Cependant, les données de génotypage des données discrètes et des données cliniques
comme les scanners/IRM ou les radios sont sous forme d’images. Elles ont toutes un intérêt
informatif sur la problématique biologique. Cependant, les analyses standards en biologie sont
des mesures statistiques, qui se limitent généralement à l’utilisation de données continues.

Un autre problème inhérent à la biologie est la connexion entre ces différentes données [13].
Chaque couche omique va représenter un niveau biologique différent (ADN, gène, protéine,
cellule, tissu, phénotype). Cependant, il existe des régulations entre ces couches plus ou moins
directes. Il est nécessaire de prendre en compte ce facteur dans les analyses afin d’identifier
les mécanismes moléculaires sous-jacents. C’est le cas par exemple des eQTLs qui sont des
corrélations entre la présence d’une mutation (SNP) avec une variation d’expression de gènes et
qui sont identifiés en comparant deux populations.
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II.ii La problématique des données massives

En biologie, l’analyse principale demeure l’approche statistique. L’évolution de la technologie
voit émerger l’analyse par apprentissage automatique (machine learning) des données omiques.
Dans les deux cas, un point est crucial dans le choix des données. Il est nécessaire d’avoir un
nombre d’individus important pour que la puissance statistique soit suffisante. Généralement, le
nombre d’individus (n) doit même être supérieur au nombre de variables explicatives (p) (n»p).
C’est ce sur quoi repose le concept de "Big Data", qui sont des données trop importantes pour
être traitées par des approches classiques [14], [15].

Les études cliniques génèrent l’effet inverse, c’est-à-dire que la quantité de variables ex-
plicatives est bien supérieure au nombre d’individus (p»n). Par des approches statistiques, ce
phénomène va entraîner une augmentation du taux de faux positifs [16]. En effet, il n’existe pas
assez de contraintes dans la sélection des variables explicatives.

Comme expliqué précédemment, l’objectif de cette thèse est d’identifier des marqueurs rela-
tifs au SLE. Cette recherche tente de répondre aux besoins de mettre en évidence des éléments
causaux de la pathologie, pouvant expliquer des mécanismes moléculaires. Pour cela, deux ap-
proches sont développées et s’appuient sur des principes d’informatique et de bioinformatique.
La première se base sur des données omiques hétérogènes issues d’une étude clinique et pro-
pose d’intégrer ces données en une structure de base de données. La recherche de biomarqueurs
se fait via une analyse par raisonnement. La seconde utilise les connaissances des interactions
entre les entités biologiques et se sert des dépendances de régulation pour identifier de nouveaux
marqueurs.

II.iii L’intégration des données par les technologies du Web sémantique

L’intégration des données est nécessaire pour pouvoir exploiter au mieux l’ensemble des liens
existants entre elles [17], [18]. Afin d’obtenir le maximum d’information, il est important que
cette intégration passe par une structure bien définie. D’une part, l’annotation des entités et
des interactions entre elles est un aspect important pour une bonne caractérisation des relations
entre les couches omiques. D’autre part, les éléments mesurés dans une couche omique doivent
pouvoir être retrouvés dans d’autres couches omiques. Cela n’est pas forcément le cas au vu des
nombreux identifiants que peut prendre un même gène dans les bases de données.

L’exploitation de cette structure permet d’extraire les informations nécessaires. Dans le cadre
cette thèse, l’analyse des données omiques est une analyse par raisonnement. Autrement dit, elle
va exploiter les relations entre les entités ainsi que les différentes valeurs des entités pour identi-
fier des biomarqueurs. Il reste important de pouvoir comparer les résultats obtenus avec d’autres
bases de données fonctionnelles comme KEGG, Reactome.
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Les technologies du Web Sémantique vont répondre à ces différents besoins de structuration
et d’exploration des données intégrées. Le Web Sémantique est défini à la base pour structurer
les informations contenues sur le Web afin de les relier [19]. Plusieurs représentations des données
sont possibles et définies par le W3C. Mais toutes se basent sur l’utilisation d’URI (Uniform Re-
source Identifier) pour désigner les entités dans les données, aussi appelés ressources. Autrement
dit, chaque entité est associée à un URI unique.

Sujet

Objet

URI 

Littéral (chaîne de caractères, nombre ...)

Relation

Objet
Prédicat

Prédicat

Figure 3 – Représentation de la structure des triplets en RDF. Le sujet et le prédicat
sont des URI (Uniform Resource Identifier). L’objet peut être un URI ou une valeur littérale
(chaîne de caractères, nombre etc ...).

Dans le cadre de cette thèse, c’est la représentation en RDF (Resource Description Frame-
work 3) qui a été privilégiée. Elle permet de représenter les relations entre toutes les entités et
leurs valeurs sous forme de triplets sujet-prédicat-objet (Figure 3). Le sujet et le prédicat sont
obligatoirement des URIs. L’objet peut être un URI si le triplet caractérise la relation (prédi-
cat) entre une première entité (sujet) et une seconde (objet). Sinon l’objet est une chaîne de
caractère, une valeur numérique etc...

Le triplet est un trio d’éléments orienté (sujet → prédicat → objet). Lorsque l’on souhaite
visualiser toutes les connexions entre les triplets, on obtient un graphe orienté qui représente
l’ensemble des relations entre les entités (graphe des données). C’est grâce à ce schéma que
l’analyse par raisonnement est favorisée.

L’ensemble des triplets est stocké dans une base de données appelée triplestore. Le lan-
gage SPARQL va permettre d’interroger ces triplestores. L’analyse par raisonnement sur les
données va passer par la construction de requêtes SPARQL en se basant sur le schéma RDF.
De nombreuses bases de données biologiques sont représentées en RDF (KEGG, Reactome).

3. https ://www.w3.org/RDF/
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L’élaboration de requêtes fédérées va combiner les résultats de l’analyse par raisonnement aux
connaissances contenues dans ces bases.

Ainsi, le travail de recherche de cette thèse va proposer un cadre basé sur les technologies du
Web Sémantique et permettre l’intégration et l’interrogation de données biologiques massives et
hétérogènes.

II.iv La recherche de causalité par la biologie des systèmes

Un domaine de la bioinformatique a aussi pour objectif la structuration des données. Il s’agit
de la biologie des systèmes qui va relier directement les éléments biologiques entre eux et non
uniquement les couches omiques.

Les bases de données comme Reactome 4, Kegg 5 ou PathwayCommons 6 recensent de nom-
breuses connaissances sur les interactions moléculaires. Toutes ces connaissances sont issues
d’expériences biologiques combinées aux expertises dans les différents domaines de la biologie.
Chaque interaction est définie par la relation connue et dirigée entre deux entités. L’ensemble
de ces interactions vont constituer des réseaux que l’on peut exploiter. Un réseau est défini
comme étant un graphe dirigé dont les noeuds sont des éléments biologiques (gènes, protéines,
métabolites) et les arcs correspondent aux relations typées entre ces entités.

Selon la classe des entités, plusieurs types de réseaux sont identifiés. Lorsque les entités sont
des gènes et/ou des facteurs de transcription, ce sont des réseaux de régulation de gènes (Gene
Regulatory Network ou GRN). Lorsque les noeuds du réseau sont des protéines, deux types
de réseaux peuvent correspondre : d’une part des réseaux d’interaction protéine-protéine, qui
caractérisent la formation de complexes et d’autre part, des réseaux de signalisation, montrant
par exemple l’activation ou l’inactivation de protéines et par extension, l’implication de voies
de signalisation. Enfin, lorsque les éléments correspondent à un ensemble de métabolites et
d’enzymes, on parle de réseaux métaboliques. Ils permettent d’étudier les réactions biochimiques
qui se réalisent entre un substrat et son produit.

Une fois que les cartes représentants les différentes interactions cellulaires sont rassemblées
en un réseau, il est possible de l’exploiter en analysant la dynamique de ce réseau. Pour cela deux
formalismes sont applicables. Tous les deux utilisent les connaissances sous forme d’équation et
de règles pour calculer les valeurs de noeuds du réseaux par rapport à celles des autres noeuds.

Le premier est basé sur des équations différentielles (Ordinary Differential Equation ou
ODE). La construction de ces équations requiert de nombreuses valeurs stoechiométriques pour
caractériser l’état du noeud comme les constantes de diffusion. Ces éléments sont difficiles à
obtenir puisqu’ils nécessitent des conditions in vitro très proches de la réalité biologique [20],

4. https ://reactome.org/
5. https ://www.genome.jp/kegg/
6. https ://www.pathwaycommons.org/
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[21].
Le deuxième formalisme va simplifier ces règles. Les valeurs de chaque noeud ne sont plus des

valeurs continues mais booléennes [22]. Elles traduisent la notion d’activation/inactivation dans
les réseaux de signalisation par exemple, d’expression ou non dans les GRN. La dynamique de
ces réseaux booléens est régie par des formules logiques pour chacun des noeuds. Elles peuvent
être extraites de base de données ou inférées via la littérature. Une formule d’un noeud traduit
l’interaction des noeuds précédents via des portes logiques (AND, OR, NOT). L’utilisation de
valeurs booléennes pour caractériser les noeuds peut être réductrice par rapport à la réalité
biologique. On peut donc étendre ce concept en ajoutant des seuils, en remplaçant les valeurs 0
et 1 par des valeurs multi-valuées [23], [24].

Dans les deux cas, la connaissance de cette dynamique entre les éléments biologiques permet
d’identifier de manière automatique les dépendances de régulation entre les noeuds. Ainsi, on
peut apprendre quelles sont les entités biologiques nécessaires pour l’activation d’une voie par-
ticulière par exemple. Lorsque le système biologique arrive à son état d’équilibre (état stable)
et qu’il s’agit d’un phénotype d’intérêt, on peut extraire les gènes ou protéines qui lui sont
constamment associés [25]. Ces éléments ne seraient peut être pas identifiés en expérimentation
biologique si leur expression n’était pas suffisamment importante.

Dans les GRN, ces états stables peuvent être une représentation des valeurs obtenues dans
des expériences de transcriptomique. L’analyse de la dynamique pourrait donner les valeurs de
certains noeuds (exprimés ou non) qui sont nécessaires pour atteindre ces états d’équilibre. Les
éléments de cause d’un phénotype seraient ainsi extraits des éléments de conséquence liés à
l’activation de certaines voies.

La recherche de causalité grâce à cette approche est aussi utilisée dans une partie de la thèse.

Dans le cadre de cette thèse, ces deux approches sont appliquées sur une maladie auto-
immune systémique particulière. Il s’agit du lupus systémique erythémateux. Il fait partie des
MAI recensées dans le consortium PRECISESADS.

III Le lupus systémique erythémateux, une pathologie com-
plexe et hétérogène

Le lupus systémique erythémateux (Systemic Lupus Erythematosus ou SLE) fait partie de
cette catégorie de maladie complexes influencées par plusieurs facteurs génétiques et environne-
mentaux. D’après la Filière de Santé des Maladies Auto-Immunes et AutoInflammatoires Rares
(FAI2R 7), le lupus est considéré comme une maladie rare car sa prévalence est inférieure à 50
cas pour 100 000 habitants (environ 40/100 000). De plus, le lupus a tendance à toucher plus

7. https ://www.fai2r.org/
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les femmes que les hommes avec un ratio de 9 pour 1. Les femmes les plus atteintes ont entre
15 et 45 ans, période où les hormones ont le plus de fluctuation avec le cycle menstruel. Ce qui
laisse supposer un rôle des hormones dans le déclenchement de la pathologie.

III.i Symptômes et diagnostic

Figure 4 – Schéma représentant les différentes manifestations associées au SLE (issue de a)

a. https ://maladie-autoimmune.fr/lupus-systemique-maladie-auto-immune/

La complexité de la maladie est un facteur important dans l’hétérogénéité de ses symptômes.
De par sa nature systémique, plusieurs organes peuvent être touchés, mais ce ne sont pas forcé-
ment les mêmes pour chaque patient. La figure 4 issue du site du CRESO, monte les différentes
atteintes provoquées par la maladie. De plus, la pathologie n’est pas caractérisée par une évolu-
tion chronique, mais par des successions de poussées puis de rémissions. Ces crises peuvent être
plus ou moins sévères. Elles se traduisent par l’apparition de simples rashs sur la peau jusqu’à
une forme plus sévère [26]. Le pronostic vital est notamment engagé lors d’une atteinte viscérale
comme une insuffisance rénale (d’après le Protocole National de Diagnostic et de Soins de la
Haute Autorité de Santé 8).

Afin de diagnostiquer cette maladie, plusieurs aspects sont mesurés : la présence d’auto-
anticorps et la sévérité de l’atteinte des organes.

8. https ://www.has-sante.fr/
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Afin de mesurer l’atteinte des organes, deux scores sont utilisés en clinique. Le premier est
appelé score SLEDAI (SLE Disease Activity Index). Il mesure l’activité de la pathologie et est
basé sur plusieurs observations issues d’un consensus entre cliniciens [27]. Ce score mesure 24
aspects biologiques et cliniques pour chaque patient et attribue une valeur à chacun de ces
aspects. Le score fluctue ainsi entre 0 et 105 et a, par la suite, été dérivé en 3 classes. Lorsque
le score est entre 0 et 6, l’activité pathologique du patient est dans la catégorie minime (mild),
entre 6 et 9 dans la catégorie modérée (Moderate) et plus de 9 dans la catégorie sévère (Severe).

Le second score est le score BILAG (British Isles Lupus Assessment Group) utilisé aussi
pour mesurer l’activité de la maladie [28]. Sa mesure est réalisée sur 84 aspects répartis sur
9 domaines ou organes. Pour chacun de ces aspects, un score entre A et E est attribué selon
la sévérité des symptômes. De la même manière que pour le score SLEDAI, 3 grandes classes
ont été définies pour résumer le stade de la pathologie : maladie active ou s’aggravant, maladie
s’améliorant, maladie à persistance minimale ou sans activité.

Ces deux scores reposent sur l’observation des patients par les cliniciens. Même avec leur
expertise, il subsiste une part de subjectivité dans l’attribution de ces valeurs. De plus, l’hétéro-
généité des symptômes combinés à l’historique des patients s’explique par la complexité de cette
maladie.

Comme pour toutes les MAI, il n’existe pas à l’heure actuelle de cause connue. Cependant,
les mécanismes moléculaires impliqués sont fortement liés aux cellules lymphocytaires.

III.ii Rôle des lymphocytes B et T et de l’interféron

Tout comme les MAI de manière générale, l’étiologie du SLE est encore peu comprise. Ce-
pendant, le dysfonctionnement du système immunitaire est associé avec le développement de la
maladie.

Wahren-Herlenius et Dörner ont résumé les principales voies de dérégulation dans le SLE [29]
et la figure 5 représente les différents mécanismes impliqués dans la pathologie [30].

Les lymphocytes B et T ont un rôle prépondérant dans l’immunité adaptative. D’une part,
les lymphocytes T peuvent se différencier en un sous-ensemble d’effecteurs : CD4+ helper (Th),
CD4+ regulateurs (Treg), CD8+ cytotoxique. Dans le contexte du SLE, les Th et les Treg ont
été montrés comme ayant une implication particulière dans la pathologie. Les patients SLE
présentent une augmentation du nombre de cellules Th17 qui jouent un rôle pro-inflammatoire
et induit des dommages aux tissus. En revanche, les Treg ont un rôle dans le maintien de la
tolérance des lymphocytes T et B. Les patients SLE ont donc tendance à avoir une diminution
de l’abondance de ces cellules. D’autre part, l’auto-réactivité des lymphocytes B va entraîner la
production d’auto-anticorps, marqueurs cliniques de la pathologie.

Ces dérégulations peuvent être provoquées par des polymorphismes dans les cellules lym-
phocytaires mais aussi par l’immunité innée. Des cellules immunitaires comme les cellules den-
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dritiques (DC), les plasmocytes (Pla) et les macrophages vont médier l’activation de la réponse
immunitaire par la production de cytokine comme les interleukines (IL) et surtout par celle des
interférons (IFN).

Figure 5 – Représentation des mécanismes impliqués dans le SLE ainsi que des cibles théra-
peutiques potentielles (issue de [30])

Le SLE fait partie des premières pathologies auto-immunes pour lesquelles l’interféron (IFN)
a été identifié comme facteur important. Il a d’ailleurs souvent été corrélé avec l’activité clinique
de la pathologie. C’est en 2003 qu’un motif d’expression de gènes a été identifié, désormais défini
comme étant la signature IFN [31]. Cette signature est basée sur des analyses à haut-débit
d’expression de gènes qui est mesurée en comparant une population de patients SLE contre
une population d’individus sains. Elle est composée de 29 gènes, majoritairement sur-exprimés
chez les patients SLE. Beaucoup de ces gènes ont une expression induite par la voie de l’IFN
comme IFIT3, IFI44 et IFI44L, ce qui favorise l’hypothèse d’un rôle important de l’IFN dans le
développement de la pathologie.

Depuis, de nombreuses études ont confirmé la présence de cette signature dans les cohortes
de patients SLE. Les analyses d’enrichissement montrent aussi la présence de gènes associés à
la voie de signalisation de l’IFN de type 1 et de l’IFN α ainsi qu’aux réponses de l’immunité
innée [32], [33].

Á partir de ce postulat, plusieurs traitements ont été développés ciblant les voies de l’IFN
et les cellules lymphocytaires.
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III.iii Traitement thérapeutique

Á l’heure actuelle, il n’existe pas de traitement permettant de guérir la maladie. Mais plu-
sieurs approches ont été développées afin de soigner les symptômes, comme la corticothérapie,
l’utilisation d’hydroxychloroquine ou dans des cas extrêmes, des immunosuppresseurs [34].

L’objectif de nombreuses études est de développer plus de thérapies permettant d’enrayer les
mécanismes moléculaires de la pathologie. Ainsi, 3 grands groupes de thérapie ont été résumés
par Touma et Gladman selon la cible : l’activation des lymphocytes B, celle des lymphocytes T
et la voie de l’IFN [35].

Le seul médicament ayant eu une autorisation de mise sur le marché (AMM) est le Belimumab
(GSK) [36]. Cet anticorps monoclonal agit sur le facteur d’activation des lymphocytes B (BAFF)
et réduit le nombre de lymphocytes B. Les autres thérapies ciblées sont actuellement en essais
cliniques.

C’est le cas de :
— Atacicept (Merck) : anticorps monoclonal ciblant les molécules BAFF et APRIL
— Abatacept (Orencia) : inhibiteur de l’activation des lymphocytes T
— Anifrolumab (AstraZeneca) : antagoniste du récepteur de l’IFN-α
Plusieurs développements d’autres médicaments n’ont malheureusement pas pu aboutir au

cours des essais cliniques. Comme le souligne Touma et Gladman, le problème réside dans l’hé-
térogénéité des patients face à cette maladie combinée à la petite taille d’échantillons souvent
retrouvée dans les études cliniques.

Les contributions de ma thèse sont réparties en 4 chapitres. Chaque chapitre traite d’une
problématique particulière. Mon choix a donc été de positionner chaque problématique par
rapport à son état de l’art plutôt que de manière générale dans l’introduction.

IV Résumé des contributions de la thèse

Le premier chapitre présente l’étude clinique du SLE mise à disposition par SANOFI. La
première contribution a été d’identifier le type d’information à extraire de ces données. Tout
d’abord, le concept de signature pathologique a été identifié à partir d’une recherche bibliogra-
phique et trois catégories de signatures (diagnostic, pronostic et prédictive) sont ressorties. Ces
signatures sont généralement basées sur une analyse statistique avec des données d’expression
de gènes. Le contexte de l’étude nécessite d’utiliser le principe de signature de diagnostic qui est
normalement utilisée pour définir les éléments propres à une population malade. Des analyses
différentielles de l’expression sont réalisées en utilisant plusieurs caractéristiques pathologiques
(malade ou non, score SLEDAI).

Les résultats ont montré les limites de ce type d’analyse. La première étant que la compa-
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raison de populations n’était pas appropriée car les patients SLE sont très hétérogènes et que
le nombre d’individus est très inférieur au nombre de variables explicatives. La deuxième limite
est le fait que toutes les données omiques ne peuvent pas être prises en compte. Les données
de génotypage étant des données discrètes, elles sont difficilement utilisables en statistique. La
troisième limite est le fait que les résultats issus de l’analyse d’expression de gènes représentent
un mélange d’éléments impliqués dans la cause de la maladie, ses conséquences ainsi que du
bruit lié à la population.

L’objectif de la thèse s’est donc orienté vers la définition d’une méthode intégrant les aspects
massifs et hétérogène des données omiques, l’hétérogénéité de la population et la recherche de
causalité pour un phénotype d’intérêt.

La problématique du chapitre 2 est celle de l’intégration des données massives et hétérogènes
que présente l’étude clinique. L’état de l’art montre qu’il n’existe pas à l’heure actuelle de schéma
d’unification et de connexion pour ces données. Ma deuxième contribution a donc été de
définir une structure pour les données permettant de relier les valeurs cliniques des individus,
leur mesure d’expression et leur génotypage avec les caractéristiques des gènes. Pour cela, la
représentation en RDF des données a été utilisée. Un schéma a été défini et est généralisable
à toutes les études cliniques ayant les mêmes types de données omiques. Le concept de modèle
transomique est défini dans ce cas, puisqu’il permet de connecter plusieurs niveaux biologiques.

L’alimentation de ce modèle nécessite de prendre en compte l’hétérogénéité de la popula-
tion. L’état de l’art montre que les analyses des données multi-omiques sont principalement des
analyses statistiques ou de machine learning reposant sur l’utilisation de comparaisons entre les
populations. L’originalité de ma contribution a été d’utiliser une approche centrée sur le patient.
Dans les méthodes utilisant ce type d’approche, la personnalisation des données se base sur l’uti-
lisation de réseaux biologiques, extraits de bases de données ou sur des réseaux de co-expression
qui ne reflètent pas les liens de régulation biologiques. Ma troisième contribution est la pro-
position d’une méthode d’alimentation du modèle transomique permettant de transformer les
données brutes de l’étude clinique en triplestore pour lesquels les valeurs d’expression de gènes
et de présence de SNPs sont spécifiques à chaque patient.

Ces deux contributions seront appliquées sur une étude clinique présentant les mêmes carac-
téristiques que celle de SANOFI. Plusieurs requêtes SPARQL simples seront construites afin de
valider l’intégration des données.

Le chapitre 3 présente un nouveau type de liens de causalité potentiel entre la génomique et
la transcriptomique à l’échelle d’un patient. Ma contribution dans ce chapitre est d’avoir
défini formellement ce lien et de l’avoir traduit en une requête SPARQL complexe qui interroge

31



Introduction

le modèle transomique défini dans le chapitre précédent. Un eICTL est un couple SNP-gène
pour lequel la présence d’un SNP influence la variation d’expression de son gène chez au moins
deux patients. Cette définition a été traduite en langage SPARQL et appliquée au modèle trans-
omique. Les eICTLs identifiés ont ensuite été évalués en comparant leur apport avec les données
de génomique.

La recherche de causalité ne se limite pas à l’utilisation des données omiques et des liens
généraux entre eux. Il est aussi important de prendre en compte les liens entre les entités.

Ma contribution dans le chapitre 4 est d’utiliser la dynamique d’un système booléen
biologique (réseaux de régulation de gènes) afin d’enrichir des signatures biologiques déjà éta-
blies. Pour cela, l’outil GINsim a été utilisé pour calculer l’ensemble des états stables de réseaux
booléens représentant la différenciation des lymphocytes T. Les différents phénotypes des lym-
phocytes ont été préalablement associés à l’expression, l’activation d’un noeud spécifique du
réseau. Cet élément est considéré comme étant le régulateur majeur de ce phénotype et consti-
tue donc sa signature. En utilisant la méthode d’analyse par concept formel, l’ensemble des
états stables de ces réseaux a pu être classé en différents phénotypes selon les valeurs de leur
noeuds. Des motifs d’activation de noeuds ont pu être identifiés dans ces différents groupes en-
traînant l’enrichissement des signatures définies au départ. Les noeuds supplémentaires peuvent
correspondre à des éléments causaux dont la présence est nécessaire à l’expression du régulateur
majeur ou favorise la différenciation cellulaire.

Cette contribution a fait l’objet d’une publication dans le Journal of Theoretical Biology en
2019.
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Chapitre 1

SIGNATURE POPULATIONNELLE DANS LE

CADRE D’UNE MALADIE COMPLEXE

La recherche de marqueurs biologiques pour une pathologie d’intérêt passe par l’analyse
de patients dans un contexte d’études cliniques. Ce type d’analyse dans un contexte industriel
permet l’identification de cibles thérapeutiques potentielles. La collaboration avec l’entreprise
pharmaceutique SANOFI a permis d’avoir à disposition une étude clinique longitudinale pour
la thèse. Cette étude porte sur le lupus systémique érythémateux.

Ce premier chapitre présente les premières analyses des données réalisées pendant la thèse. La
première section du chapitre est une présentation de l’étude clinique sur le SLE de SANOFI. La
deuxième section présente les différentes définitions du concept de signature dans un contexte
biomédical qui sont extraites d’une analyse bibliographiques. En troisième section, des gènes
différentiellement exprimés de l’étude clinique sont mesurés par une approche statistique. Les
plus significatifs sont utilisés comme potentiels motifs de classification de la population SLE.
Cependant, les résultats montrent que cette signature n’est pas suffisante pour stratifier les
patients SLE. La dernière section conclut sur les deux limites qui ont été soulevées à la suite
des résultats. D’une part, l’hétérogénéité de la population de patients SLE et d’autre part, le
mélange de cause, de conséquence et de bruit dans les mesures issues de données d’expression.
Enfin, l’objectif de la thèse et l’approche proposée pour pallier ces limites sont présentés.

1.1 Présentation de l’étude clinique sur le lupus systémique éry-
thémateux (SLE) (données SANOFI)

Mon travail de thèse repose sur une étude clinique longitudinale menée par SANOFI Gen-
zyme. 191 individus ont été suivis sur une année : 171 sont des patients SLE (population d’intérêt)
et 20 sont des individus sains (population contrôle). La première visite correspond au début de
l’étude et sert de temps 1 des patients SLE (baseline) pour le reste de l’étude. Un rendez-vous
est pris tous les 3 mois par la suite, afin de réaliser un prélèvement sanguin pour les analyses
biologiques ainsi qu’un suivi des symptômes. Cela représente un maximum de 5 visites (baseline
+ 4 visites) par patient SLE. Cependant, il s’agit d’une étude clinique observationnelle. Rien
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n’oblige les patients à se présenter à chaque visite afin d’obtenir un traitement. Le design expé-
rimental est donc incomplet. Certains patients sont venus à chaque visite, d’autres à quelques
unes mais de manière irrégulière. Quand aux individus sains, ils ont 1 à 2 visites sur l’ensemble
de l’étude.

Plusieurs analyses biologiques ont été réalisées et sont issues de prélèvements sanguins. L’ex-
pression des gènes a été mesurée par RNAseq pour tous les individus, à chaque visite. Le géno-
typage a été réalisé une fois via une puce à ADN pour uniquement 168 individus. Il y a donc
23 patients pour lesquels l’information de génotypage n’est pas connue. Des analyses de cyto-
métrie en flux ont été effectuées pour identifier les populations cellulaires immunitaires dans
les échantillons ainsi que la recherche de biomarqueurs. Enfin, la quantification des anti-corps,
considérés comme biomarqueurs de la pathologie et contenus dans le sérum, a été calculée par
puce à auto-anticorps. L’ensemble de ces analyses a été réalisé sur du sang complet.

Les données cliniques enregistrées permettent de stratifier les patients selon leur état patho-
logique (sain ou malade). Les scores SLEDAI et BILAG sont aussi renseignés, ce qui permet de
mesurer le degré de la maladie. Comme présenté dans l’introduction, le SLE est une maladie qui
se présente sous forme de crise. Ainsi, les temps de visite ne correspondent pas forcément à une
période de crise. La figure 1.1 nous permet de voir que le score SLEDAI de chaque patient varie
donc selon leur visite.

L’évolution d’une pathologie peut se faire de manière progressive avec des stades plus ou
moins agressifs qui se succèdent, comme c’est le cas des cancers solides. En revanche, comme ex-
pliqué dans l’introduction, le SLE est une maladie qui apparaît sous forme de crise. Le diagramme
d’états des échantillons de l’étude clinique (Figure 1.2) montre les probabilités de changement
de catégories entre deux visites pour les patients SLE. Pour chaque catégorie, la probabilité la
plus grande est celle de rester dans la même catégorie : 0.76 pour la catégorie "mild", 0.44 pour
"moderate" et 0.46 pour "severe". Cette représentation montre aussi que toutes les transitions
sont possibles. Un patient peut passer d’une catégorie "severe" à une catégorie "mild" (probabilité
de 0.2) et inversement (probabilité de 0.05). Pour la catégorie "moderate", les patients tendent à
avoir des crises moins agressives à la visite suivante (probabilité de 0.41 vers la catégorie "mild"
contre 0.14 vers la catégorie "severe"). Grâce à ce graphe, on peut voir qu’il n’y a pas de relation
entre les états cliniques des patients au cours des visites. Les crises ne semblent pas organisées
dans un enchaînement bien particulier.

L’objectif de cette étude clinique est de suivre, sur un an, certains biomarqueurs connus pour
être associés à la maladie. Dans le cadre de ma thèse, le but a été de pouvoir identifier un motif
d’éléments biologiques et cliniques pouvant expliquer la maladie. A la différence des approches
classiques qui sont décrites dans la section suivante, cette identification passe par une recherche
dans les signaux faibles des données, ceux spécifiques de sous-ensemble de patients et non pas
dans les signaux retrouvés dans toute une population d’intérêt. Les données contenant le plus
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1.1. Présentation de l’étude clinique sur le lupus systémique érythémateux (SLE) (données SANOFI)

Figure 1.1 – Diagramme de Sankey représentant l’évolution du score SLEDAI sur les 5 visites.
Chaque colonne représente une visite (V1, V2, V3, V4, V5). Pour chaque visite, les patients sont classés en 4
catégories selon leur score SLEDAI (Mild, Moderate, Severe ou pas de visite). La taille de chaque catégorie par
visite représente la proportion de patients par catégorie. Les arcs entre les visites correspondent à la proportion
de patients qui sont passés d’une catégorie X à une visite t à une catégorie Y à la visite t+1.
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Figure 1.2 – Transition d’état entre les catégories SLEDAI. Chaque ellipse correspond à une catégorie du
score SLEDAI. Les arcs représentent les transitions entre les catégories SLEDAI et les chiffres sont les probabilités
qu’un patient change de catégorie ou non à la visite t+1 sachant leur catégorie à la visite t.
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1.2. Différentes signatures pour différents contextes pathologiques

d’éléments, génomique, transcriptomique et clinique ont été récupérées.

1.2 Différentes signatures pour différents contextes pathologiques

Dans l’étude de maladies, de nombreuses études portent sur l’identification de signature.
Elles s’accordent toutes pour décrire une signature comme étant un ensemble de marqueurs
(gène, protéine, métabolite) qui contient une information utile [37]-[41]. L’objectif est d’obtenir
une liste d’éléments biologiques associés à un phénotype d’intérêt. Elle peut être associée à un
paramètre clinique particulier ou permettre de prédire un phénotype clinique d’intérêt.

Une signature s’obtient par comparaison entre deux populations caractérisée par des aspects
phénotypiques propres où les éléments qui composent la signature sont spécifiques à l’une des
populations. L’obtention d’une signature est donc conditionnée à la stratification préalable des
individus (Tableau 1.1).

L’identification d’une signature peut se résumer en quelques étapes [39], [42]. Après avoir
défini le contexte clinique et scientifique (étape 1) et pré-processé les données (étape 2), il est
nécessaire de réaliser une sélection des éléments importants et de construire le modèle statistique
associé (étape 3). Le type des composants de cette signature est dépendant des données analysées.
Il peut s’agir d’une expression génique, de méthylation, de CNV, d’abondance de protéines ou de
métabolites. Différents modèles statistiques peuvent être appliqués selon le type de données ainsi
que le type de comparaison entre les populations. Selon les méthodes, il est possible d’intégrer
des connaissances extraites des bases de données telles que KEGG ou Reactome. Une fois le
motif moléculaire identifié, il faut évaluer cette signature. Il s’agit de vérifier que le motif n’est
représenté que dans une seule des deux populations. Le clustering, les analyses d’enrichissement
et les forêts aléatoires (random forest) sont, par exemple, des approches qui peuvent être utilisées
pour l’étape d’évaluation. Enfin, il est nécessaire de valider le motif sur une cohorte qui ne soit
pas celle où la signature a été calculée.
L’interprétation biologique de cette signature dépend aussi du contexte biologique associé à ces
données. On peut identifier 3 grandes catégories de signature [41], [43].

Type de signature Type de population Référence
Diagnostic Sains vs Malades [44]
Pronostic Malades à un stade non-agressif vs agressif [45], [46]
Prédictive Malades traités vs non-traités [47], [48]

Table 1.1 – Tableau récapitulatif des différentes signatures pathologiques : diagnostic, pronostic
et prédictive. Chaque signature est associée au type de population utilisé dans la comparaison ainsi qu’aux
références dans le contexte du SLE

Une signature de diagnostic met en évidence des caractéristiques moléculaires qui sont spé-
cifiques à une pathologie [49] et peut être utilisée par la suite pour identifier les personnes

37



Part, Chapitre 1 – Signature populationnelle dans une maladie complexe

malades. Certaines molécules identifiées peuvent par la suite servir de nouvelles cibles thérapeu-
tiques. Dans les cas de cancer solide par exemple, il est possible de comparer du tissu sain et du
tissu tumoral d’un même patient pour identifier des marqueurs cancéreux. Cette comparaison
prend en compte l’hétérogénéité intra-individuelle des patients. En revanche, le SLE étant une
maladie diffuse qui touche l’ensemble des organes, il n’est pas possible de distinguer un tissu sain
d’un tissu malade pour un même patient. En 2003, une première signature de SLE, contenant
des gènes inductibles par l’interféron, a été identifiée en comparant les expressions de gènes,
mesurées par micro-array dans des cellules mononucléées sanguines périphériques (ou PBMCs),
d’une population de patients SLE à ceux d’une population saine [44].

La signature de pronostic se calcule sur des populations malades uniquement [40], [50], [51].
La signature met en avant les éléments moléculaires associés à une meilleure survie des patients
ou à une modification de l’activité de la maladie. Elle sera calculée entre les différentes stades d’un
cancer par exemple. Dans le cas du SLE, l’augmentation de l’acétylation des glycoprotéines [45]
ou de la concentration en granzyme B, des protéases à sérine, [46] ont été récemment identifiées
comme étant des signatures de pronostic, puisqu’elles augmentent chez les patients SLE dont le
score SLEDAI est plus important que chez les autres patients.

Elle diffère de la signature prédictive qui permet de définir un traitement optimal selon les
caractéristiques biologiques du patient [51], [52]. En effet, certaines sous-populations de patients
peuvent être plus sensibles à un traitement ou ne peuvent pas, à l’inverse, le supporter. C’est le
cas de certaines mutations qui empêchent la métabolisation du principe actif et entraînent des
effets secondaires importants [47]. On parle alors de signature pharmacogénomique [53]. Bertolo
et al. ont comparé, après 6 mois d’une thérapie d’induction, les patients SLE qui répondaient
bien au traitement, avec ceux dont la condition ne présentait aucune évolution [48]. Ils ont
montré qu’une forte concentration des lymphocytes T CD4+ effecteurs à mémoire dans les
urines permettait de prédire une réponse insuffisante à cette thérapie d’induction.

Beaucoup de ces différentes signatures se basent sur des données d’expression comme les
techniques de microarray et de RNA-seq. Comme présenté dans la section précédente, l’étude
clinique de SANOFI implique deux types de population, des individus sains et des patients SLE.
La définition de signature de diagnostic se rapproche plus du contexte de la thèse.

1.3 Recherche de signature de diagnostic dans l’étude clinique

La première étape de la thèse a été de réaliser une analyse comparative des données d’ex-
pression entre la population contrôle, les individus sains, et la population d’intérêt, les patients
SLE. Les signatures de diagnostic basées sur des données transcriptomiques sont composées d’un
ensemble de gènes différentiellement exprimés (DEG). Pour cela, l’ensemble des échantillons a
été utilisé, représentant 19 883 gènes mesurés dans 800 échantillons.
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Une première visualisation des données d’expression a montré un effet batch entre les échan-
tillons mesurés au premier jour de l’étude et le reste des mesures (Figure 1.3). Cette différen-
ciation peut être due à une différence technique entre les échantillons prélevés ou analysés au
début de l’étude et ceux du reste de l’étude. Cet effet a été supprimé par la fonction removeBat-
chEffet du package R limma pour la visualisation des heatmaps et sera prise en compte comme
co-variable dans le reste de l’analyse des DEGs.

(a) Heatmap des données d’expression des
patients SLE avec l’effet batch

(b) Heatmap des données d’expression des
patients SLE sans l’effet batch

Figure 1.3 – Comparaison des données d’expression avec et sans effet batch. Pour
chaque heatmap, les lignes correspondent aux échantillons et les colonnes aux gènes mesurés.

Les calculs de DEG ont été réalisés via le package edgeR. A partir des comptages normalisés,
l’analyse identifie les DEG (dont la p-value corrigée est inférieure à 5% et dont la valeur absolue
du fold-change (FC) est supérieure à 1.5). Cela signifie que les gènes identifiés sont 1.5 fois
plus (ou moins) exprimés chez les patients SLE que chez les individus sains et ce, de manière
significative. Un deuxième filtre plus stringent a été appliqué en ne gardant cette fois que les
gènes dont le ratio d’expression est 2 fois plus (ou moins) important chez les patients SLE.

L’ensemble des résultats de calcul des gènes différentiellement exprimés est présenté dans les
sous-sections suivantes.

1.3.1 Comparaison entre la stratification des patients selon les catégories
SLEDAI et la population saine

Les scores cliniques sont utilisés pour stratifier plus finement la population malade. Les 3
catégories du score SLEDAI sont donc utilisées de manière séquentielle, pour identifier des gènes
qui pourraient être spécifiques à chaque catégorie (Figure 1.2). La comparaison de la première

39



Part, Chapitre 1 – Signature populationnelle dans une maladie complexe

Comparaison FDR <5%, ||FC|| > 1.5 FDR <5%, ||FC|| > 2
SLEDAI Mild vs sains 795 400

SLEDAI Moderate vs sains 429 298
SLEDAI Severe vs sains 525 259

Table 1.2 – Analyse des gènes différentiellement exprimés selon score SLEDAI des
patients de l’étude clinique SANOFI par EdgeR (package R). Une comparaison a été
réalisée avec une stratification fine des patients en comparant les échantillons de chaque catégorie
SLEDAI par rapport aux contôles. Pour chaque analyse, un filtre pour la p-value corrigée est
appliquée (inférieure à 0.05) ainsi que pour la différence d’expression (fold-change) : soit 1.5 fois,
soit 2 fois différent.

catégorie, "mild" avec le groupe contrôle identifie 795 DEG. Celle avec la catégorie "moderate"
contre le groupe contrôle en identifie 429. Avec la catégorie "severe" contre le groupe contrôle,
525 DEGs. Avec le deuxième filtre sur le FC, on obtient 400 pour la catégorie "mild", 298 pour
la catégorie "moderate" et enfin 525 pour la catégorie "severe".

Ces résultats montrent que de nombreux éléments sont identifiés avec les deux filtres puis-
qu’un minimum de 259 DEGs sont retrouvés. La catégorie "mild" est celle ayant le plus d’éléments
comparée aux deux autres catégories. Ce grand nombre d’éléments peut s’expliquer par le petit
nombre d’échantillons SLE (n) dans les catégories par rapport au grand nombre de variables
explicatives (p), diminuant la puissance statistique de cette approche.

Une fois que les gènes dont l’expression est la plus marquée chez les patients ont été sélec-
tionnés, il est nécessaire d’évaluer le potentiel de classification de cette signature. Pour cela, une
matrice est créée en prenant l’ensemble des individus et l’union de l’expression des DEGs identi-
fiés entre les sains contre chaque catégorie SLEDAI. Cette évaluation est réalisée par clustering
hiérarchique des patients selon ces différents éléments.

L’évaluation de la signature censée caractériser les différentes catégories SLEDAI est présen-
tée en figures 1.4a et 1.4b. Les lignes de la heatmap représentent les échantillons avec leur score
SLEDAI selon différentes couleurs : bleu pour échantillon sain, jaune pour la catégorie "mild",
orange pour "moderate" et rouge pour "severe" (figure 1.4a). La réorganisation des échantillons
selon leur similarité montre que les gènes identifiés comme différentiellement exprimés pour
chaque catégorie ne sont pas suffisamment informatifs. En effet, le regroupement des patients en
fonction de la proximité de leur signature ne permet pas de retrouver la classification d’origine,
comme le montre le dendrogramme en figure 1.4b.

1.3.2 Comparaison entre la population malade et la population saine

Le score SLEDAI étant un score observationnel, il peut exister de l’hétérogénéité entre les
patients selon le clinicien. Une seconde analyse statistique qui compare les malades avec les
sains identifie un ensemble de 440 DEG avec un filtre de FC à 1.5 et 199 pour un filtre de
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(a) Heatmap des échantillons en utilisant la
matrice des DEG des signatures des différentes

catégories SLEDAI

(b) Dendrogramme des échantillons en
utilisant la matrice des DEG des signatures

des différentes catégories SLEDAI

Figure 1.4 – Evaluation des DEGs identifiés selon les catégories SLEDAI et les
contrôles. Pour chaque heatmap, les lignes correspondent aux échantillons et les colonnes aux
DEGs identifiés. Pour les heatmaps et les dendrogrammes, les échantillons sont organisés selon
leur similarité. (a) (b) Graphes représentent l’évaluation de la combinaison des DEGs identifiés
dans les comparaisons des malades avec les différents scores SLEDAI par rapport la population
contrôle.

Comparaison FDR <5%, ||FC|| > 1.5 FDR <5%, ||FC|| > 2
Malade SLE vs sains 440 199

Table 1.3 – Analyse des gènes différentiellement exprimés entre les sains et les
malades de l’étude clinique SANOFI par EdgeR (package R). Une comparaison plus
large a été faite en comparant les malades par rapport aux sains. Pour chaque analyse, un filtre
pour la p-value corrigée est appliquée (inférieure à 0.05) ainsi que pour la différence d’expression
(fold-change) : soit 1.5 fois, soit 2 fois différent.
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FC à 2 (Figure 1.3). Dans ce cas, le nombre de patients SLE est plus important par rapport
aux analyses précédentes ce qui entraîne une augmentation des contraintes appliquées sur les
variables explicatives.

(a) Heatmap des échantillons en utilisant la
matrice des DEG de la signature SLE

(b) Dendrogramme des échantillons en
utilisant la matrice des DEG de la signature

SLE

Figure 1.5 – Evaluation des DEGs identifiés chez tous les malades et les contrôles.
Pour chaque heatmap, les lignes correspondent aux échantillons et les colonnes aux DEGs identi-
fiés. Pour les heatmaps et les dendrogrammes, les échantillons sont organisés selon leur similarité.
(a) (b) Graphes représentent l’évaluation de la combinaison des DEGs identifiés dans les com-
paraisons des malades avec les différents scores SLEDAI par rapport la population contrôle. (c)
(d) Graphes représentent l’évaluation des DEGs identifiés dans la comparaison des malades avec
la population contrôle.

Une seconde évaluation a donc été réalisée à un niveau plus large, en utilisant les gènes iden-
tifiés dans la comparaison des échantillons sains avec les échantillons SLE (figures 1.5a et 1.5b).
Tout comme l’évaluation précédente, les lignes de la heatmap représentent les échantillons qui
ont été réordonnés selon leur similarité. Les échantillons sains sont représentés en bleu alors que
les échantillons SLE sont en rouge (figure 1.5a). Sur la heatmap ainsi que sur le dendrogramme
(figures 1.5b), il apparaît que les DEGs seuls ne sont pas assez discriminant pour stratifier
correctement les patients.

1.4 Conclusion et approche proposée

La recherche d’éléments spécifiques à un phénotype pathologique d’intérêt reste un challenge,
particulièrement dans le cas de maladies complexes comme le SLE. En effet, il s’agit d’une
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maladie hétérogène et diffuse. Chaque patient peut avoir des symptômes différents et donc des
dérégulations différentes. Le fait de réaliser des analyses statistiques comme le calcul de DEGs
sur toute une population malade ne permet pas de prendre en compte cette hétérogénéité et les
stratifications cliniques habituelles ne semblent pas efficaces.

De plus, l’analyse des données d’expression n’est pas suffisamment discrimante dans ce type
de maladie. En effet, comme les évaluations l’ont montré dans la section précédente, les DEGs
seuls ne permettent pas d’obtenir une signature de diagnostique qui permette de classer cor-
rectement les échantillons. Il est donc nécessaire de déterminer une signature qui puisse tout
d’abord prendre en compte l’aspect hétérogène de la pathologie et qui ne se limite pas non plus
aux données d’expression.

Afin de répondre aux limites présentées précédemment, l’objectif de la thèse a été de mettre
en place une méthode qui permet tout d’abord de prendre en compte l’hétérogénéité de la po-
pulation. Pour cela, l’hypothèse avancée est de ne plus appliquer d’analyse populationnelle mais
de privilégier une analyse à l’échelle du patient. Cela sous-entend que les modèles statistiques
classiques ne seraient donc plus applicables dans ce contexte particulier.

La seconde limite énoncée est l’utilisation d’un seul type de données dans la recherche de
motif de signature. Dans les pathologies, lorsque l’organisme se dérégule, les cellules vont avoir
un comportement dysfonctionnel. Elles peuvent produire des protéines différentes par rapport à
celles d’un organisme ayant un comportement normal. Cependant, cette dérégulation pourrait
être associée à la cause de la maladie tout comme à ses nombreuses conséquences. Les données
d’expression de gènes sont des données de type observationnel. A elles seules, elles ne permettent
pas de déterminer si les DEGs sont des causes de la maladie ou bien les conséquences du dé-
règlement. Il est donc nécessaire d’ajouter des informations supplémentaires à cette première
analyse, comme par exemple d’autres données omiques disponibles.

Dans le cas de la thèse, des données de génotypage sont disponibles. Le génotypage est
l’analyse permettant d’identifier des mutations chez les individus. Ces mutations peuvent être
caractérisées par un seul changement de nucléotides, on parle alors de SNP, ou par l’insertion ou
la délétion de plusieurs nucléotides. Ces modifications peuvent entraîner un changement dans
l’expression du gène ou dans sa fonction et peuvent être la cause de dérégulations conduisant à
une pathologie. C’est le cas des maladies dites monogéniques, comme la mucoviscidose qui est
due à des mutations dans le gène CFTR, induisant une perte de fonction de la protéine [54].
D’autres pathologies comme le cancer du colon, résultent d’une accumulation de mutations au
cours de la progression tumorale [55]. Il est donc courant que la recherche de causalité d’une
pathologie commence par l’analyse des mutations chez les patients.

Le cancer est cependant un cas particulier puisque la prolifération anarchique des cellules
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tumorales entraîne de l’instabilité génomique. Des dommages de l’ADN font donc aussi partis
des conséquences de la maladie, même s’ils ont tendance à toucher les voies de régulation de
réparation de l’ADN.

Dans le contexte de la thèse, l’utilisation de ce type de données permettrait d’ajouter un
aspect causal dans la recherche de la signature. En combinant les données de génotypage et
transcriptomique, il est possible d’obtenir des informations de cause et de conséquences bio-
logiques directes sur les gènes. Pour cela, les technologies du Web Sémantique seront utilisées
puisqu’il s’agit d’outils qui permettent de relier des données hétérogènes dans un même modèle.

L’intégration de connaissances pourrait aussi raffiner cette signature en rajoutant cet aspect
causal. En effet, les réseaux de régulation sont des connaissances qui permettent de relier les
gènes selon les effets des uns par rapport aux autres (activation, inhibition...). Ainsi, les dé-
pendances de régulation entre les gènes seraient une information supplémentaire qui pourrait
apparaître dans ces signatures.

L’objectif général de cette thèse est donc de définir une signature causale à l’échelle du patient
et en prenant en compte plusieurs types d’informations : plusieurs couches de données omiques
ou des connaissances comme des réseaux de régulations. Il sera possible in fine, de proposer une
nouvelle stratification des patients. En effet, les patients seraient regroupés lorsqu’ils présentent
une signature causale similaire.
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Chapitre 2

INTÉGRATION DES DONNÉES

MULTIOMIQUES À L’ÉCHELLE DU PATIENT

PAR LES TECHNOLOGIES DU WEB

SÉMANTIQUE

Les analyses statistiques classiques sur les données omiques permettent d’identifier un signal
fort, significatif, qui est relatif à une population homogène d’intérêt. Ce signal va caractériser la
population d’intérêt, être sa signature moléculaire.

L’application de ces méthodes dans le chapitre précédent montre qu’il existe des limites sur
l’utilisation d’une analyse populationnelle. Tout d’abord, comparer une population par rapport
à une autre sous-entend que chaque population est relativement homogène, que les patients sont
malades via les mêmes mécanismes moléculaires. Hors, le SLE est décrit comme très hétérogène
dans les symptômes, mais aussi dans ses données d’expression.

Ensuite, pour avoir une puissance statistique suffisante, la taille totale des échantillons doit
être grande et le nombre d’individus similaire entre les deux populations. Dans le cadre d’une
étude clinique comme celle du SLE, le nombre d’individus malades est bien supérieur à celui des
individus contrôles.

Enfin, les signatures moléculaires sont généralement constituées d’un seul type de données
omiques. Lorsque plusieurs couches omiques sont disponibles, la signature est une union des
résultats calculés de manière indépendante.

Il apparaît donc nécessaire de définir une méthode qui calcule des signatures mo-
léculaires en prenant en compte deux points importants. Tout d’abord, utiliser le
maximum de données à disposition dans les études multi-omiques. L’étude clinique
SLE contient des données génomiques et transcriptomiques. Ces deux types peuvent être connec-
tés grâce à l’influence que peuvent avoir les SNPs sur la variation d’expression des gènes. Ensuite,
chacune de ces données est mesurée pour chaque individu. Il est donc intéressant de générer
des hypothèses moléculaires qui seraient spécifiques à un sous-groupe de patients
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et non pas à toute la population.

Une autre problématique rencontrée est que les données en tant que telles sont d’une part,
très hétérogènes dans leur contenu. En effet, les données cliniques comme les données génomiques
sont un mélange de données numériques et de chaînes de caractères. D’autre part, elles sont aussi
très différentes dans leur format. Les données d’expression sont représentées en matrice, celles
de génotypage sont sous format VCF et un tableau regroupe les données cliniques.

Ce chapitre présente la méthode développée au cours de ma thèse et qui répond à ce besoin
de prise en compte des caractéristiques de chaque patient mais aussi de connexion entre les
couches omiques.

La section 2.1 va introduire l’état de l’art sur ces deux aspects. La première sous-section
décrira des méthodes qui favorisent une analyse centrée sur le patient et non pas à l’échelle
d’une population d’intérêt. Les principales limites de ces méthodes sont le besoin de connais-
sances comme des réseaux de régulation pour la personnalisation des données et l’utilisation de
données continues uniquement. La deuxième sous-section s’intéresse aux approches existantes
qui réalisent des analyses multi-omiques afin d’obtenir des motifs complexes d’éléments biolo-
giques qui sont caractéristiques d’une population. Enfin la troisième sous-section présentera la
base de données TCGA comme structure d’intégration de données multi-omiques et à l’échelle
du patient.

En réponse aux différentes limites soulevées dans la première section, la première contribution
de ce chapitre est la proposition d’un modèle d’intégration transomique en section 2.2. Il s’agit
d’une structuration générale des données omiques issues d’une étude clinique répondant au
besoin d’analyse des données omiques. Cette structure est présentée sous forme de schéma RDF
organisant les relations entre les couches omiques.

Une fois la structure définie, l’alimentation du modèle sera présentée à la section 2.3. Cette
alimentation passe par une transformation des données brutes d’une étude clinique afin d’intégrer
le besoin de mise à l’échelle du patient. Un schéma récapitulatif de l’intégration des données, à
partir des données brutes jusqu’au triplestore final, sera présenté en section 2.4.

La méthode décrite sera appliquée sur une étude clinique proche de celle de SANOFI mais
déjà publiée. Les sous-sections contenues dans la section 2.5 présenteront tout d’abord l’étude
publiée de Panousis et al., puis appliqueront les étapes d’intégration des données en une base
de données locale.

Des étapes de validation sont nécessaires afin de vérifier l’intégration des données multi-
omiques dans une approche centrée sur le patient. Dans la section 2.6, trois requêtes simples de
validation seront discutées.

Enfin, plusieurs aspects de la méthode seront discutés en section 2.7.
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2.1 Etat de l’art sur l’analyse centrée sur le patient et l’intégra-
tion multi-omique

2.1.1 Les méthodes centrées sur l’individu, l’échantillon

Les analyses statistiques classiques comme décrites dans le chapitre 1 ne permettent pas une
caractérisation de l’hétérogénéité des phénotypes dans une pathologie complexe. Afin de pallier
cette limite, les recherches tendent à se focaliser sur des groupes plus petits de patients qui
présenteraient des similitudes moléculaires ou biologiques, mais cela se fait au détriment de la
puissance statistique.

Ainsi en clinique, la médecine de précision qui tend à personnaliser les traitements, s’est
grandement développée ces dernières années. Elle permet de prendre en compte les caracté-
ristiques spécifiques de chaque patient dans sa prise en charge clinique. Certaines méthodes
cherchent donc à personnaliser les analyses en les rendant spécifiques à un échantillon, un in-
dividu, un patient (Tableau 2.1). Selon le contexte des données biologiques, la question peut
être de développer des marqueurs de diagnostic d’une pathologie ou de réponse à un traitement
particulier.

Types d’approche Limites Outils
Méthodes basées sur les données

Réseau de corrélation d’expres-
sion des gènes

Pas de données discrètes SSN [56]-[58],
ssNPA [59]

Méthodes basées sur les connaissances
Contextualisation des données
sur un réseau

Noeuds du réseau définis a priori
Nécessite des interactions formelles

PROFILE [60],
CNORode [61]

Personnalisation de l’enrichisse-
ment des voies de régulations

Ensembles de gènes définis a priori ssGSEA [62], Pa-
thifier [63]

Table 2.1 – Tableau récapitulatif d’une liste non exhaustive des méthodes de per-
sonnalisation des données et de leur limite

Un premier ensemble d’outils va utiliser des méthodes statistiques afin de calculer des ré-
seaux globaux à partir d’expression de gènes d’une population de référence. La deuxième étape
consiste à comparer ce graphe de référence à des graphes personnalisés pour chaque échantillon
d’intérêt. Liu et al. ont développé une méthode permettant de construire un réseau spécifique à
chaque individu en se basant sur leurs données d’expression [56], appelé SSN. La première étape
consiste à calculer un premier réseau de référence en calculant les coefficients de corrélation
de Pearson (CCP) entre gènes via leur expression dans un groupe d’individus contrôles. Puis,
pour chaque individu du groupe d’intérêt, les valeurs d’expressions de ses gènes sont ajoutés à
la matrice de référence et un nouveau réseau de corrélation, un réseau perturbé est calculé. Le
SSN est défini comme étant le réseau différentiel obtenu entre le réseau de contrôle et le réseau
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perturbé. Cette méthodologie a été ensuite réutilisée dans d’autres publications [57], [58]. ssNPA
(single sample Network Perturbation Assessment) est une méthode récente qui calcule un graphe
dirigé de référence en utilisant l’approche de maximisation du Critère d’Information Bayesien
(BIC) [59]. Puis de la même manière que pour le SSN, un score de déviation est calculé entre le
réseau perturbé d’un échantillon et le réseau de référence.

Les méthodes précédentes calculent des réseaux dont les arcs ne représentent pas des ré-
gulations entre les noeuds mais des corrélations entre les expressions. D’autres méthodes de
personnalisation se basent sur des connaissances biologiques. Elles nécessitent d’extraire un en-
semble de règles régissant les activations et inhibitions entre les éléments biologiques. Il peut
s’agir de réseaux de régulation, de signalisation ou d’interaction protéine-protéine selon le type
de données biologiques disponibles.

Certains outils sont développés afin de personnaliser des modèles logiques. Par exemple,
PROFILE va combiner différentes données omiques avec des réseaux de régulation de gènes [60].
Il utilise des données discrètes telles que l’annotation de mutations somatiques (perte ou gain de
fonction), ou de CNV (amplification ou délétion homozygote) et des données continues comme
l’expression des gènes, qui va nécessiter une binarisation. Dans un contexte de personnalisa-
tion de thérapies pour des patients atteints de cancer, CNORode est une approche permettant
d’identifier des biomarqueurs de réponse à des traitements qui seraient spécifiques à des lignées
cellulaires de cancer du colon [61]. Un réseau de connaissances est extrait de données de littéra-
ture (PKN) sous forme d’équations différentielles (ODE). Il est ensuite personnalisé pour chaque
lignée cellulaire en utilisant les données de phosphoprotéomique.

Ces méthodes sont appliquées sur des données de cancer. Cela s’explique par le fait que les
bases de données contiennent des réseaux biologiques mieux annotés dans le contexte du cancer
(ACSN [64], KEGG, Reactome).

D’autres méthodes vont elles aussi utiliser les informations sur les voies de régulation des
bases de données. Ces informations ne sont pas extraites sous forme de réseau mais servent à
quantifier l’activation de certaines voies à l’échelle des patients. Pour ssGSEA, l’information est
représentée par les ensembles de gènes fonctionnels dans l’analyse d’enrichissement pour chaque
échantillon [62]. Quant à Pathifier, il calcule un score pour chaque individu et chaque pathway
pour estimer la déviation par rapport à une valeur normale [63].

Les méthodes de personnalisation des données vont soit utiliser uniquement des données
continues comme les données d’expression, soit nécessiter des connaissances préalables avec les
PKN par exemple, pour mettre en correspondance les données disponibles avec les noeuds des
réseaux. Dans des analyses exploratoires, comme c’est le cas dans cette thèse, le fait d’utiliser
des PKN pourrait biaiser les résultats. En effet, l’extraction des réseaux de connaissances est
une étape difficile et seuls les réseaux les mieux annotés sont les plus informatifs. Ainsi, ces
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méthodes ne font que contextualiser les données multi-omiques, elles ne les intègrent pas.

Comme expliqué dans le premier chapitre, la recherche de biomarqueurs se fait généralement
à un seul niveau moléculaire. Lorsque des données multi-omiques sont disponibles, leurs analyses
se font indépendamment les unes des autres. Cela ne prend pas en compte les relations directes
entre les éléments biologiques lorsque les données sont appariées. Afin de répondre à ce besoin
d’intégration, plusieurs approches ont été développées pour analyser de manière simultanée les
couches omiques. Elles utilisent des aspects mathématiques, de machine learning ou encore des
ressources de connaissance comme des réseaux biologiques.

2.1.2 Les approches intégratives sur les données multi-omiques

Plusieurs méthodes statistiques ont été développées depuis quelques années pour intégrer
les données multi-omiques afin d’identifier des facteurs biologiques associés à des phénotypes
particuliers (prédiction de pathologies, stratification des patients) (Tableau 2.2).

Types d’approche Limites Outils
Méthodes mathématiques et de machine learning

Intégration précoce (Early integration)
Concaténation des matrices Etapes de réduction des données

Déterminer à l’avance l’intégra-
tion
Analyse sur population

ATHENA [65]
Modèle bayésien [66]
Modèle de Lasso [67]

Intégration tardive (Late integration)
Représentation des couches sous
forme de graphes

Perte de l’information d’interac-
tion entre les couches
Analyse sur population

Graph-based
SSL [68]
SVM [69]

Représentation des couches sous
forme de modèles statistiques

Analyse sur population ATHENA [65]
MOLI [70]

Approches multivariées (PLS,
CCA)

Factorisation des matrices
Uniquement des données conti-
nues
Analyse sur population

DIABLO [71]

Méthodes basées sur les connaissances
Contextualisation des données
sur un pathway

Uniquement des données conti-
nues
Analyse sur population

footprint [72]

Table 2.2 – Tableau récapitulatif d’une liste non exhaustive des méthodes d’intégra-
tion de données multi-omics et de leur limite (inspiré de Ritchie et al [73])

Une classification des différentes méthodes d’intégration a été proposée par Ritchie et al [73].
Elles sont tout d’abord séparées en deux groupes selon l’ordre d’intégration des données. Une
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analyse séquentielle des données est appelée analyse en plusieurs étapes. On y retrouve par
exemple les analyses de variation génomique qui se déroule en 3 étapes (méthode en triangle).
À partir d’un ensemble de SNPs, la première étape consiste à ne garder que ceux qui sont signi-
ficativement associés au phénotype d’intérêt. Parmi cette sélection, la deuxième étape va tester
les SNPs sur leur association avec une autre couche de données (identification des eQTLs par
exemple). Enfin, la dernière étape va calculer la corrélation entre cette dernière couche omique
et le phénotype d’intérêt. Cette approche présente une limite lorsque ce que l’on cherche est le
résultat d’une combinaison entre différentes couches omiques de manière simultanée.

Les analyses de type méta-dimensionnelle vont permettre d’analyser de manière simultanée les
différentes données omiques. Trois catégories ont été définies par Ritchie et al [73] et une autre
par Tini et al [74].

(a) Analyse par concaténation (b) Analyse par transformation (c) Analyse par modèle

Figure 2.1 – Catégorisation des méthodes d’analyse méta-dimensionnelle (Figure
issue de [73])

Les méthodes basées sur la concaténation des données vont permettre de combiner plusieurs
matrices de données en une seule ("early integration") afin d’y appliquer une seule analyse sta-
tistique i.e, Multiple Factor Analysis (MFA), (Figure 2.1a). C’est le cas d’outils qui utilisent le
machine learning (réseau de neurones) (ATHENA [65], MOLI [70]), les réseaux bayésiens [66] ou
les modèles de LASSO [67]. Comme le souligne Ritchie et al, il est nécessaire de bien déterminer
à l’avance la façon d’intégrer toutes ces données en une seule matrice. De plus, une étape de
réduction de données est nécessaire car la matrice pourrait être trop grande pour être analysée.

D’autres méthodes vont avoir une étape intermédiaire avant de combiner les différentes don-
nées ("late integration").
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Une représentation de chaque donnée omique sous forme de graphe ou de matrice à noyaux
est spécifique des méthodes basées sur la transformation (Figure 2.1b) [75]. Dans le cas de
graphes par exemple, les noeuds représentent les échantillons ou individus et les arcs sont les
possibles relations entre les noeuds et sont caractérisés par chaque donnée omique. Toutes ces
représentations seront ensuite fusionnées en un seul objet pour continuer l’analyse. Cela permet
de garder les caractéristiques spécifiques apportées par chaque couche omique. En revanche, le
risque est la perte de l’information d’interaction entre ces différentes couches omiques.

D’autres approches vont appliquer des approches statistiques sur chaque couche omique
comme étape intermédiaire et sont appelées méthodes basées sur les modèles (Figure 2.1c). Ces
éléments sont ensuite combinés en un seul modèle final qui sera lui aussi analysé. C’est le cas de
MOLI [70] qui génère un profil pour chaque type de données via un réseau de neurones profond.

Plus tard, Tini et al. [74] ont défini une nouvelle catégorie d’intégration, les méthodes mul-
tivariées, qui utilisent les régressions partielles par les moindres carrés (PLS) et les analyses de
corrélation canonique (CCA). C’est le cas de l’outil DIABLO [71] qui pré-analyse chaque donnée
omique en la factorisant puis en maximisant la covariance entre les variables latentes (PLS).

D’autres méthodes intégratives ne se basent pas uniquement sur des modèles mathématiques
ou de machine learning seuls. Elles utilisent des ressources de connaissances comme des bases
de données ou des réseaux de régulation et de signalisation afin d’obtenir des informations
supplémentaires sur les interactions biologiques entre les couches. Dugourd et al. [72] ont défini
le concept de footprint ou empreinte, comme étant un ensemble d’éléments liés par des pathways
ou des processus d’intérêt. Les connaissances ajoutées aux données proviennent de bases de
données et peuvent définir des relations indirectes entre les molécules, comme leur association
à des processus biologiques (Gene Ontology). Les molécules peuvent aussi être liées de manière
directe, par des relations de régulation comme les enzymes avec leur substrats, les facteurs de
transcriptions avec leur gène. Ces relations directes peuvent aussi être extraites à plus large
échelle en utilisant les réseaux de régulation, de signalisation ou d’interaction protéine-protéine
issus de KEGG, Reactome, Omnipath ou PathwayCommons. Cependant ce type d’analyses
semble applicable sur des données multi-omiques continues. En effet, la mesure des empreintes,
que cela concerne les facteurs de transcriptions, les enzymes ou les voies de régulation, utilise le
changement d’abondance entre les deux éléments (source et cible) pour mesurer l’activité.

En conclusion, selon les types de données omiques, plusieurs méthodes sont disponibles qui
utilisent différentes technologies pour identifier des signaux similaires entre les différentes couches
omiques. Ces signaux ont pour but d’être réutilisés en tant que critères de classification pour
une autre population. Certaines de ces méthodes nécessitent des données continues comme pour
les approches basées sur les connaissances, ou ne prennent pas en compte les liens biologiques
entre les différentes couches avec les analyses méta-dimensionnelles. Un autre point limitant est
qu’elles comparent des populations entre elles et ne passent donc pas à une échelle plus fine,
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celle du patient.

2.1.3 Le concept de transomique

Depuis le milieu des années 2010, le terme « transomique » est de plus en plus cité dans
les études comme étant un croisement de plusieurs données omiques. À la différence du concept
de multi-omiques qui correspond à un regroupement sans liens entre des données omiques de
différents niveaux, les analyses transomiques sont des méthodes qui combinent les éléments de
plusieurs couches omiques en conservant les relations entre ces couches [76]. Il ne s’agit pas
d’associer les signaux les plus forts entre eux mais d’identifier des marqueurs, pour lesquels des
éléments d’une première couche ont de l’influence sur une seconde. Plusieurs études appliquent
l’approche transomique dans l’identification des mécanismes métaboliques. Des données de méta-
bolomique ont été reliées avec des données d’expression de gènes et de protéines afin d’expliquer
la réponse d’E. Coli lors de perturbations génétiques ou environnementales [77]. L’abondance
de lipides dans le foie a été analysée chez des souris, en combinant des données de protéomiques
et de lipidomiques avec de la génomique [78] mais aussi des données de transcriptomique et
de métabolomique [79]. Des données de miRNA ont été connectées avec du métabolome pour
identifier les mécanismes moléculaires impliqués dans la perte de poids suite à la mise en place
d’un bypass gastrique chirurgical [80].

Yugo et al., ont résumé en 2016, plusieurs technologies pour connecter les données multi-
omiques en se basant sur les réseaux biologiques [81] :

— régulation métabolique : les données métaboliques sont au centre de l’analyse et leurs
mécanismes sont expliqués par d’autres couches ;

— régulation transcriptionnelle : les données des facteurs de transcription (protéome, phos-
phoprotéome) sont connectées aux données d’expression de leurs gènes cibles ;

— relation kinase-substrat : l’un des cas où une couche est privilégiée, celle du phospho-
protéome qui peut être expliquée par des phénomènes de cascade d’activation d’autres
couches omiques ;

— interaction protéine-protéine : comme la régulation précédente, selon les types d’éléments
liés, l’interaction peut expliquer d’autres niveaux omiques ;

— régulation allostérique : la connexion entre les métabolites (métabolome) ayant un rôle
d’activateurs ou d’inhibiteurs sur des enzymes métaboliques (protéome).

Les auteurs ont défini trois concepts importants dans les analyses transomiques par réseau. Le
premier est la connaissance de l’ensemble des interactions possibles entre les éléments biologiques,
représentée sous forme de réseau. Le second est le flux de signal statique qui correspond au sens
des interactions au sein de réseau (source-cible). Enfin, le troisième concept est le flux de signal
dynamique qui se sert de l’aspect quantitatif des données omiques. Par exemple, les études
temporelles sont un bon moyen de définir ce type de flux, puisque les valeurs d’abondance des
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molécules varient au cours du temps.
Même si l’article présente plusieurs aspects d’une approche utilisant les réseaux, les auteurs

expliquent qu’une autre approche est possible. Il s’agit d’analyse transomique basée sur les don-
nées qui infère les interactions entre les éléments biologiques par des approches statistiques, de
corrélation. Cependant, les auteurs soulignent le fait que cette méthode ne reflète pas directement
les interactions biochimiques qui seraient retrouvées grâce aux connaissances.

En se basant sur la définition du concept " transomique ", le modèle proposé en section 2.2
est une approche qui permet de croiser des données multi-omiques. Il peut donc lui aussi être
défini comme étant un modèle transomique.

2.1.4 The Cancer Genome Atlas : Un modèle transomique et centré sur le
patient ?

La base de données TCGA - The Cancer Genome Atlas (TCGA) est une base de données
qui stocke de très nombreuses données multi-omiques (génomique, épigenomique, transcripto-
mique et protéomique) mesurées sur près de 33 cancers 1. Le portail permet d’avoir accès aux
informations génomiques (mutation, CNV) selon certains critères définis (impact de la mutation,
type de gènes, caractéristiques du patient etc...) ainsi qu’aux profils d’expression. Des outils de
visualisation ont été créés pour travailler sur les autres couches omiques. Cependant, ils sont
généralement limités à l’analyse d’un seul niveau omique. C’est le cas de The Cancer Proteome
Atlas Portal (TCPA) 2 pour la protéomique, FASMIC 3 pour l’impact fonctionnel des mutations
ou TANRIC 4 pour les ARN longs non-codants. D’autres intègrent plusieurs couches mais la re-
cherche est très limitée. Une liste de gènes doit être préalablement identifiée, un algorithme est
déjà en place pour répondre à une problématique précise. SurvNet 5 corrèle par exemple la survie
avec un réseau de biomarqueurs omiques. Il n’est pas possible d’avoir une vision d’ensemble des
données stockées ni d’appliquer des requêtes exploratoires, spécifiques à un projet.

Les structures du web sémantique appliquées au TCGA - Certaines études ont proposé
un schéma d’intégration de ces données en utilisant les technologiques du web sémantique. Des
données hétérogènes peuvent donc être intégrées dans un même modèle et des requêtes SPARQL
sont réalisées pour en extraire l’information.

Une première méthode publiée en 2010 a assigné les éléments contenus dans TCGA aux en-
tités présentes dans le modèle du Simple Sloppy Semantic Database (S3DB) (Figure 2.2) [82]. Il
est nécessaire d’adapter les données selon un schéma d’intégration général, déjà défini et appli-

1. https ://portal.gdc.cancer.gov/
2. http ://www.tcpaportal.org/
3. http ://bioinformatics.mdanderson.org/main/FASMIC
4. http ://bioinformatics.mdanderson.org/main/TANRIC :Overview
5. http ://bioinformatics.mdanderson.org/main/SurvNet
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Figure 2.2 – Schéma RDF de l’association des données de TCGA avec les entités de S3DB (issu
de [82])

cable à n’importe quel domaine. Cette étape d’adaptation nécessite des connaissances préalables
en Web Sémantique.

TopFed quant à lui, transforme les données de TCGA en différents endpoints [83]. Pour
accéder aux données, des requêtes fédérées, qui sont des requêtes SPARQL permettant d’extraire
des informations sur différents endpoints, sont créées. Les données sont structurées en 3 couches :
(1) pour les données de patients, (2) pour les informations cliniques, (3) pour les résultats
biologiques (Figure 2.3a). Cette dernière couche est celle contenant le plus d’informations. Les
auteurs ont attribués 17 endpoints SPARQL à ces données, séparés en 3 groupes : (a) 9 endpoints
"green" pour les résultats de méthylation, (b) 6 endpoints "pink" pour les résultats d’expression
d’exon et (c) 2 endpoints "blue" pour le reste des données (Figure 2.3b). En se basant sur cette
même méthode de requête fédérées, ils ont pu connecter cette base de données RDF à d’autres
bases de données comme HGNC 6, OMIM 7 ou Homologene 8.

Les limites de TCGA et de ces modèles - TCGA est une grande base de données stockant
des données de différentes couches omiques. Elle permet principalement d’accéder aux différentes
archives collectées sur le cancer. Il existe des outils d’analyse de cette base, présents sur le site,
qui permettent de comparer des cohortes sélectionnées selon certains critères (type de cancer,
genre des individus etc...). D’autres servent à l’exploration des données mais aucun ne permet
de faire une sélection fine des éléments biologiques, par l’utilisation de requêtes complexes par
exemple. Une autre limite est l’impossibilité de confronter des jeux de données générés localement
à l’ensemble des données stockées dans TCGA.

6. http ://hgnc.bio2rdf.org/sparql
7. http ://omim.bio2rdf.org/sparql
8. http ://homologene.bio2rdf.org/sparql
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(a) Représentation des couches de données de TopFed (issu de [83])

(b) Schéma RDF de TopFed (issu de [83])

Figure 2.3 – Représentations de la base de données TCGA par l’outil TopFed
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Les deux outils présentés dans la section précédente, grâce à la technologie du Web Séman-
tique permettrait de réaliser l’interrogation de cette base de données.

Plusieurs limites apparaissent avec les outils TopFed et S3DB/TCGA. La première, commune
aux deux, est l’impossibilité d’ajouter les données d’un autre projet qui ne serait pas référencé
dans TCGA. Il pourrait être intéressant de pouvoir enrichir la base de connaissance avec les
données d’autres études, même non encore publiées.

Une deuxième limite, déjà évoquée précédemment, est la nécessité de maîtriser la structu-
ration RDF afin de découper les données pour associer les entités de S3DB avec les éléments
biologiques des études. Cela peut être un frein à l’utilisation de cette technologie malgré le besoin
d’intégrer les données.

TopFed permet de sélectionner une liste de gènes pour un patient selon de valeurs brutes
d’expression de gènes ou de protéine (RPKM, estimation réduite etc...). En revanche, il n’est pas
possible d’extraire les gènes qui sont sur ou sous exprimés chez un individu malade par rapport
à un individu sain par exemple. De plus, cet outil n’est plus maintenu.

Il n’existe pas à notre connaissance, d’autres bases de données structurées grâce aux techno-
logies du Web Sémantique qui permettent de relier des données multi-omiques issues d’un projet
personnel, non stockées dans une plus grande base de données.

Afin de pallier ces limites, la prochaine section décrit un schéma d’intégration RDF appli-
cable pour n’importe quelle étude clinique possédant des données cliniques, de génomique et de
transcriptomique.
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2.2 Un schéma d’intégration de données associé à une étude
clinique

Les technologies du Web Sémantique permettent d’obtenir une structuration des données
pour leur exploration. Cette organisation favorise l’intégration d’une grande quantité de données
(Big data) qui peuvent être hétérogènes. Elle réalise aussi des connexions entre ces différentes
informations en construisant un schéma représentatif de cette intégration. Ce dernier peut être
réutilisé pour différents jeux de données avec les mêmes structures.

La première étape dans la génération de ce schéma RDF est de faire un premier tri afin
d’identifier les éléments qui sont intéressants à extraire lors de requêtes. Ainsi le choix s’est porté
sur les individus et leur caractéristiques (âge, ethnie, symptômes...), les gènes et leurs attributs
(chromosome, position, fonction...), les génotypages et les valeurs d’expression de chaque gène
pour chaque individu.

Par la suite, les connexions entre les données sont définies. De plus, il s’agit de données
appariées, ce qui signifie que pour chaque individu, les informations d’expression de gène et de
génotypage sont disponibles. La méthode va donc lier le maximum d’information, d’entités de
la manière suivante :

— un individu peut être caractérisé par des informations personnelles (âge, ethnie, sexe)
mais aussi cliniques (maladie, symptômes, traitement) :
Individual attribut valeur

— l’expression d’un gène est mesurée pour chaque individu :
Expression measuredIn Individual

— l’expression d’un gène est quantifiée par une valeur d’expression :
Expression value valeur

— l’expression est relative à un gène :
Expression concerns gène

— la valeur de chaque SNP est mesurée par individu :
SNPValue measuredIn Individual

— la valeur de chaque SNP correspond à la présence/absence du snp :
SNPValue has/hasNot SNP

— la valeur de chaque SNP est dépendante du génotype :
SNPValue AlleleA/AlleleB valeur

— un snp est une mutation présente sur un gène :
SNP localisedIn Gene

— un gène peut avoir plusieurs caractéristiques (chromosome, position, brin, début, fin,
nom) :
Gene has attribut
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Ainsi pour chaque entité (Fig.2.4), il existe un fichier .tsv.

Gene Individual

measuredIn

concerns

SNP

localisedIn

Expression

Value

Gene description

Gene Name

Chromosome

Start (bp)

End (bp)

Type

Strand

Attribute 1

Attribute 3 ...

Attribute 2

SNPValue

AlleleA AlleleB

has

hasNot

measuredIn

Figure 2.4 – Schema RDF représentant les données - Les ellipses représentent les classes,
les rectangles sont les relations entre entités.

Il est donc possible de relier toutes les informations entre elles et d’avoir accès à ces infor-
mations dans un seul et même modèle.

La suite de ce chapitre va présenter l’approche utilisée pour alimenter le modèle d’intégration
à l’échelle du patient.

2.3 Alimentation de la structure avec des données multi-omiques
centrées sur le patient

L’un des intérêts présentés par ce modèle RDF est de pouvoir réaliser des analyses sur
plusieurs couches omiques de manière simultanée. Elle définit un schéma qui va lier l’ensemble des
données pour intégrer un jeu de données cliniques, même si celui-ci est hétérogène. L’alimentation
de ce modèle nécessite de prendre en compte des données discrètes comme le génotypage des
patients ainsi que des données continues telles que les données d’expression.

Les fichiers bruts issus des études biologiques sont aussi hétérogènes dans leur format : des
matrices avec des valeurs continues pour les données d’expressions et des fichiers VCF pour les
données de génotypage. Il est donc nécessaire d’ajouter une étape de transformation afin d’avoir
une valeur par entité et par individu. Cette étape va prendre en compte l’hétérogénéité de la
population et conduire à une approche centrée sur le patient.

Dans un premier temps, même si les données de génotypage sont déjà à l’échelle du patient,
il est nécessaire de les transformer pour permettre leur intégration dans le modèle transomique.
Dans un deuxième temps, les données brutes, lorsqu’elles sont continues, ne permettent pas
de réaliser des analyses centrées sur le patient. La variabilité inter-individus doit être prise en
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compte dans les calculs. Ces étapes sont donc généralisables aux études présentant les mêmes
types de données.

Génomique

Les données disponibles sont des données de génotypage au format VCF. Ce sont des données
discrètes qui permettent déjà de comparer les individus ou les gènes entre eux. Elles ne nécessitent
pas de grande transformation mais simplement un reformatage (Figure 2.5).

Elles permettent d’identifier la présence ou l’absence d’une liste de SNP définis sur une
puce à ADN chez chaque individu. Un SNP peut aussi être caractérisé par la présence en un
ou deux exemplaires de la mutation. Les individus peuvent être hétérozygotes ou homozygotes
pour chaque SNP. Cette information a été intégrée dans le modèle transomique.

Dans un souci de simplification, il est possible dans le modèle transomique de n’avoir accès
qu’à la présence (has SNP) ou l’absence (hasNot SNP) d’un SNP pour chaque individu.

On obtient donc à partir d’un fichier VCF, un tableur avec l’information de génotypage pour
chaque couple individu-SNP avec en ligne les identifiants des individus et en colonne les valeurs
du génotypage issu du fichier VCF.

(a) Fichier VCF de génotypage
SNPID rs1 :008 :C :G rs2 :012 :C :G rs3 :211 :T :G rs4 :274 :A :T rs5 :712 :T :TTTTC
Indiv1 0/0 0/0 0/1 0/1 0/1
Indiv2 0/0 0/0 0/0 0/1 0/0
Indiv3 0/0 0/0 0/1 0/0 0/1
Indiv4 0/0 0/0 0/0 0/0 0/1
Indiv5 0/0 0/0 0/0 0/0 0/1

(b) Matrice de résultats discrétisés

Figure 2.5 – Pré-traitement des données initiales de génomique (fichier VCF) en
matrice de génotypage. (a) Exemple d’un fichier VCF contenant des analyses de génoty-
page. (b) Exemple de représentation d’un fichier tabulé permettant l’alimentation du modèle
transomique.

Transcriptomique :

Les données de transcriptomique, à l’inverse des données de génotypage, sont des données
continues. Il s’agit de comptage (count) issu d’une analyse de RNAseq.
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Chaque patient a une expression particulière pour chacun de ces gènes. En revanche, le fait
de savoir si un individu surexprime ou non un gène nécessiterait de connaître le seuil pour
lequel un gène est sur- ou sous-exprimé. Dans les analyses populationnelles et statistiques, on
utilise la population de référence ou contrôle pour évaluer si les gènes semblent être de manière
significative sur/sous-exprimés dans la population d’intérêt.

Afin de discrétiser les données pour chaque patient, il faut aussi prendre en compte la va-
riabilité d’expression des gènes entre individus. Ainsi la méthode développée utilise les valeurs
d’expression de chaque gène de la population contrôle afin d’obtenir un intervalle d’expression.
Pour chaque gène de chaque patient, sa valeur est discrétisée de la manière suivante : si la
valeur d’expression de ce gène est contenue dans l’intervalle d’expression de la population de
référence, alors sa valeur discrétisée est 0. En revanche, si la valeur d’expression est supérieure
(ou inférieure) à l’intervalle d’expression, alors la valeur discrétisée est 1 (ou -1) (Figure 2.6).

Reference 

population

Compute 

expression interval

...

Gene 1

-1 10

Gene 2

-1 10

Gene 3

-1 10

Patient 1

{ 0 ; 1 ; 0 ; ...}

Patient 2

{ -1 ; 0 ; 0 ; ...}

Patient 3

{ 0 ; -1 ; 1 ; ...}

...

Discrete 

expression value

(a) Méthode de discrétisation par intervalle d’expression
SNPID Gene1 Gene2 Gene3 Gene4 Gene5
Indiv1 0 0 1 1 1
Indiv2 0 0 0 1 0
Indiv3 0 0 1 0 1
Indiv4 0 0 0 0 1
Indiv5 0 0 0 0 1

(b) Matrice de résultats discrétisés

Figure 2.6 – Traitement des données brutes de transcriptomique (matrice d’expres-
sion) en matrice discrétisée. (a) Schéma de la méthode de discrétisation des données
d’expression par l’utilisation d’un intervalle d’expression pour chaque gène.

Pour chaque fichier d’origine, la méthode génère un fichier intermédiaire qui servira d’entrée
pour l’étape d’intégration. Le reste des étapes d’intégration suit une même succession, quelque
soit l’étude biologique.
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2.4 Intégration des données processées dans un endpoint

La figure 2.7 représente les différentes étapes qui sont nécessaires pour passer de données
brutes issues d’une étude clinique comme celle de SANOFI à une base de données locale, un
modèle d’intégration transomique.

A partir de ces données brutes, on applique l’approche centrée sur le patient pour les données
transcriptomiques et on extrait les informations utiles des données génomiques. On obtient donc
des matrices avec les éléments biologiques en lignes et les individus en colonnes.

Comme présenté dans l’introduction, les technologies du Web Sémantique répondent à un
besoin d’intégration de données complexes et hétérogènes. La représentation des données grâce
à ces technologies est souvent appliquée dans les contextes biomédicaux [84], [85]. Cependant,
cela nécessite de formater les données dans un cadre particulier. C’est le cas du schéma présenté
dans la section 2.2. En effet, cette représentation repose sur la structuration de chaque donnée
sous forme de triplets RDF. Un triplet est un ensemble de trois entités de la forme sujet-
prédicat-objet. Le prédicat va représenter la relation entre le sujet et l’objet. Le sujet et l’objet
seront représentés sous forme d’entités. Par exemple, pour les données d’expression, ?Expression
correspond à la variable représentant le sujet, ?Indiv correspond à la variable représentant l’objet
et ask :measuredIn est le prédicat.

Ainsi, en reprenant le schéma d’intégration de la thèse, les prédicats sont les arcs entre les
noeuds. Les schémas RDF étant des graphes orientés, le noeud source est le sujet et le noeud
cible est l’objet.

Pour chaque ligne des fichiers, une relation sera donc créée entre une valeur de la première
colonne et une valeur d’une autre colonne sous forme de triplet. La génération d’un triplet issu
du fichier de génomique prend la forme suivante : ask :SNPValue ask :hasNot ask :SNP.

Dans le cadre de la thèse, l’ensemble des triplets est généré et stocké dans une base de don-
nées locale appelée endpoint par l’outil AskOmics 9. Il prend en entrée les fichiers tabulés issus
de l’étape de transformation des données brutes.

La méthode présentée est une succession d’étapes permettant de passer d’un ensemble de
fichiers à une base de données locale. L’intérêt de cette méthode est de pouvoir combiner ces
fichiers qui sont hétérogènes et complexes, dans leur contenu et leur forme. Le modèle d’intégra-
tion est un modèle transomique, commun pour plusieurs données omiques. De plus, de par la
transformation des données d’expression, cette base de données est à l’échelle du patient. Enfin,
grâce au schéma général, il peut être appliqué à différentes études, à partir du moment où le
type de données disponible est le même que ceux de l’étude clinique de SANOFI.

9. https ://askomics.org/
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SNPValueID measuredIn@IndivID hasNot@SNPID has@SNPID onAllA onAllB
SNPValue1 Indiv1 rs1 0 1
SNPValue2 Indiv1 rs2 0 1
SNPValue3 Indiv1 rs3 1 1
SNPValue4 Indiv2 rs1
SNPValue5 Indiv2 rs2 1 1
SNPValue6 Indiv2 rs3 0 1
SNPValue7 Indiv3 rs1 0 1
SNPValue8 Indiv3 rs2
SNPValue9 Indiv3 rs3

GeneID Chrm Name Type
Gene1 chrm1 A Protein coding
Gene2 chrm2 B Protein coding
Gene3 chrm3 C Protein coding

Indiv1 Indiv2 Indiv3
rs1 0/1 0/0 0/1
rs2 0/1 1/1 0/0
rs3 1/1 0/1 0/0

SNPID localisedIn@GeneID
rs1 Gene1
rs2 Gene2
rs3 Gene3

IndivID Disease Sex SLEDAI
Indiv1 SLE M 9
Indiv2 Healthy F Healthy
Indiv3 SLE F 5

IndivID Disease Sex SLEDAI
Indiv1 SLE M 9
Indiv2 Healthy F Healthy
Indiv3 SLE F 5

IndivID Disease Sex SLEDAI
Indiv1 SLE M 9
Indiv2 Healthy F Healthy
Indiv3 SLE F 5

Figure 2.7 – Etapes d’intégration à partir des fichiers initiaux jusqu’au triplestore

2.5 Modèle final : application aux données de SLE

2.5.1 Présentation de l’étude clinique de Panousis et al.

Afin de valider la méthode, il fallait trouver des données publiées, disponibles, pairées, multi-
omiques et proches de celle de l’étude du SLE par SANOFI. Il existe de nombreuses études
multi-omiques mais le concept de multi-omique englobe de nombreux types (transcriptomique,
protéomique etc...). Il a donc été difficile de trouver un jeu de données contenant des données
d’expression et des données de génotypage. En effet, dans la majorité des études, les données
de génomique concernent des analyses de méthylation ou de CNVs. Les données contenant les
SNPs sont sensibles car elles contiennent des informations génétiques sur les patients. En plus
de la complexité à trouver des données multi-omiques de type génotype-expression, obtenir
des données pairées est tout aussi compliqué. Beaucoup de publications analysent des données
omiques issues d’études différentes.

Une étude récente a néanmoins réussi à passer tous ces critères. Il s’agit d’une étude de
2019, portant sur l’identification de signature du SLE en combinant des analyses génétiques
et du transcriptome [86]. Le jeu de données concernent 200 individus (142 patients SLE et 58
individus sains) et contient des données de génotypage et de RNA-seq.

Les données multi-omiques ont d’abord été analysées indépendemment les unes des autres.
Une liste de DEGs a été identifiée à partir des données d’expression puis enrichie fonction-
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nellement par GSEA. En comparant plusieurs types de population, les auteurs ont identifié
une signature de susceptibilité, une signature d’activité et une signature de sévérité. Ces trois
signatures étant constituées de DEGs.

Les données de génotypage ont été analysées afin d’identifier une causalité génétique. Pour
cela, Panousis et al., ont dans un premier temps, filtré les eQTL de GTex avec des données
de GWAS du SLE, puis réalisé le même type de filtrage mais avec les DEGs mesurés dans la
comparaison de la population SLE par rapport à la population contrôle.

Ce jeu de données correspond au type d’étude pour laquelle la méthode a été développée.
De plus, comme discuté dans les sections précédentes, les auteurs utilisent les données multi-
omiques de façon indépendante. La prochaine section est donc une application de la méthode
sur ce jeu de données.

2.5.2 Intégration des données multi-omiques

Données cliniques - Les données cliniques étant déjà sous forme de fichier tabulé avec les
informations d’un individu par ligne, il n’y a pas eu besoin de générer de fichier intermédiaire.
Chaque individu est caractérisé par un ensemble de 70 attributs (âge, ethnie, symptômes, concen-
tration cellulaire).

Données d’expression - L’étape de discrétisation a été réalisée pour les données d’expression.
Le fichier initial est une matrice d’expression de 41 020 gènes par 200 individus. La discrétisation
va générer un fichier tabulé qui contient 8 162 183 relations individu-gène.

Données de génotypage - Les données de génotypage de l’étude correspondaient à des
données imputées. Lors du génotypage d’individus à partir de puce à ADN, les SNPs utilisés
dans la puce sont appelés Tag SNPs. Il s’agit de SNPs qui sont utilisés comme représentants
d’une séquence génomique. L’ensemble des SNPs entre ces Tag SNPs n’est donc pas identifiée.
L’imputation est une étape qui va permettre de remplacer les valeurs manquantes de SNPs entre
les Tag SNPs à partir d’un panel de génome de référence (ex : les 1000 génomes). Les SNPs
imputés seront donc les SNPs qui apparaissent le plus fréquemment ensemble dans la population
sachant la valeur des Tag SNPs.

À partir de l’ensemble de ces données, seuls les Tag SNPs qui sont contenus chez au moins
un individu ont été gardés. Deux fichiers tabulés ont été créés avec le lien SNP-Gène d’un côté
et les valeurs de SNP pour chaque individu à part. Cela permet de sélectionner soit uniquement
les individus qui n’ont pas le SNP d’intérêt (hasNot SNP) ou ceux qui l’ont (has SNP) sans
avoir besoin des informations d’hétérozygotie ou d’homozygotie dans un premier temps. Cela
représente un total de 6,106 SNPs.
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Classe
(nombre d’entités) Attributs

Gene
(40,122)

Ensembl ID
GeneName

GeneDescription
Chromosome

Start
End
Type
Brin

SNP
(9,098) @Gene

Expression
(8,162,781) Value

SNPValue
(1,202,882)

@Individu
@SNP
AlleleA
AlleleB

Individu
(200)

Individu ID
Maladie
Centre
Genre
Age

Ethnie
Malarrash

Photosensitivity
Mucosal ulcers

Arthritis
Serositis

Renal disease
CNS disease

Hematological
Immunological

ANA
No ACR criteria

anti.DNA antibodies
aPL antibodies

APS
NPSLE

Coexisting autoimmune disease
HCQ

DMARDs
MMF

Biological
SLE status Physician
General constitutional

Mucocutaneous
Neurological

Musculoskeletal
Cardiorespiratory
Vasculitis skin.GI

Renal
Haematology

Serological activity
Clinical SLEDAI
Nephritis history
Nephritis active

B.cells.naive
B.cells.memory

Plasma.cells
T.cells.CD8

T.cells.CD4.naive
T.cells.CD4.memory.resting

T.cells.CD4.memory.activated
T.cells.follicular.helper

T.cells.regulatory..Tregs.
T.cells.gamma.delta

NK.cells.resting
NK.cells.activated

Monocytes
Macrophages.M0
Macrophages.M1
Macrophages.M2

Dendritic.cells.resting
Dendritic.cells.activated

Mast.cells.resting
Mast.cells.activated

Eosinophils
Neutrophils

Table 2.3 – Tableau récapitulatif des classes et attributs contenus dans le modèle
commun Le modèle commun est composé de 5 classes : Gene, SNP, Expression, SNPValue
et Individu. Chaque classe contient un nombre d’entités et est défini par un certain nombre
d’attributs. Ces attributs peuvent être spécifiques à la classe ou être reliés à d’autres classes (@)64
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Population des données dans le modèle - Lorsque toutes les données ont été transformées
et intégrées dans le modèle transomique, cela représente plus de 9 millions de lignes ou entités
(Tableau 2.4). Chaque élément étant représenté sous forme de triplets, il y a un peu plus de 48
millions de triplets (Tableau 2.4). Les informations de chaque classe avec ses différents attributs
sont détaillées dans le tableau 2.3.

Nombre d’éléments
Triplets 48,350,565
Entités 9,415,083
Classes 5

Table 2.4 – Population des données dans le modèle intégré transomique

La génération des triplets et leur intégration sont réalisées par l’outil Askomics développé au
sein du laboratoire. Des étapes de validation sont néanmoins nécessaires afin de s’assurer que
les données sont correctement reliées entre elles, comme défini dans le schéma RDF. Pour cela,
3 requêtes SPARQL simples sont testées dans la section suivante, chacune ayant pour objectif
de valider un aspect de l’intégration.

2.6 Validation des étapes d’intégration via des requêtes

2.6.1 Intégration des données appariées

Le modèle transomique permet d’avoir accès aux données appariées. Afin de valider cet
aspect, une requête a été créée pour lister tous les individus malades qui possèdent au moins
une expression de sous-régulation (valeur discrète à -1) et qui possèdent au moins un SNP.

La requête est donc définie par la figure 2.8.
En résultat, on obtient 140 patients SLE sur 142 en 1h09m46s. Cela signifie qu’il y a 2 patients

SLE qui soit ne possèdent pas de SNPs, soit ne possèdent pas de gène dont l’expression est sous-
régulée, soit un mélange des deux. Ces résultats confirment que le modèle RDF transomique
intègre l’aspect appariés des données omiques.

2.6.2 Intégration de données multi-omiques

Le modèle transomique permet d’avoir un modèle commun regroupant toutes les données
multi-omiques. Afin de valider cet aspect, une requête a été créée pour lister tous les gènes dont
l’expression est sous-régulée (valeur discrète à -1) et qui possèdent un SNP.

La requête est donc définie par la figure 2.9.
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?Expression

?SNPValue

?IndividualSLE

disease

1

-1

m
ea
su
re
d_
in

2

value

3

m
easured_in4

has

5
?SNPID

(a) Représentation graphique
1 PREFIX ask: <http://askomics.org/data/>
2 PREFIX rdf: <http://www.w3.org/1999/02/22-rdf-syntax-ns#>
3 PREFIX rdfs: <http://www.w3.org/2000/01/rdf-schema#>
4

5

6 SELECT DISTINCT ?INDIV1_Label
7 WHERE {
8 VALUES ?INDIV1_DiseaseCategory { ask:SLE }
9 VALUES ?Expression1_Disc { <http://askomics.org/data/-1> }

10

11 ?Expression1 ask:Exp_concern ?Gene1 .
12 ?Expression1 rdf:type ask:Expression .
13 ?Expression1 ask:Value ?Expression1_Disc .
14 ?Expression1 ask:Exp_measurIn ?INDIV1 .
15

16 ?INDIV1 rdf:type ask:INDIV .
17 ?INDIV1 ask:Disease ?INDIV1_DiseaseCategory .
18

19 ?SNPValue1 ask:measuredIn ?INDIV1 .
20 ?SNPValue1 rdf:type ask:SNPValue .
21 ?SNPValue1 ask:has ?SNP1 .
22 }

(b) Requête en langage SPARQL

Figure 2.8 – Représentation graphique et corps de la requête SPARQL permettant d’identifier
tous les individus SLE dont au moins une expression est à -1 et qui contient au moins une fois
un SNP
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?SNPValue

?Expression
value

5

?Gene

concerns

4

co
nc
er
ns

1

-1

has

2
?SNPID

(a) Représentation graphique
1 PREFIX ask: <http://askomics.org/data/>
2 PREFIX rdf: <http://www.w3.org/1999/02/22-rdf-syntax-ns#>
3 PREFIX rdfs: <http://www.w3.org/2000/01/rdf-schema#>
4

5

6 SELECT DISTINCT ?Gene1_Label
7 WHERE {
8 VALUES ?Expression1_Disc { <http://askomics.org/data/-1> }
9

10 ?Expression1 ask:Exp_concern ?Gene1 .
11 ?Expression1 rdf:type ask:Expression .
12 ?Expression1 ask:Value ?Expression1_Disc .
13 ?Expression1 ask:Exp_measurIn ?INDIV1 .
14

15 ?SNPValue1 ask:measuredIn ?INDIV1 .
16 ?SNPValue1 rdf:type ask:SNPValue .
17 ?SNPValue1 ask:has ?SNP1 .
18

19 ?SNP1 ask:localisedIn ?Gene1 .
20 ?SNP1 rdf:type ask:SNP .
21 }

(b) Requête en langage SPARQL

Figure 2.9 – Représentation graphique et corps de la requête SPARQL permettant d’identifier
tous les gènes dont au moins 1 expression est à -1 et qui contient au moins une fois un SNP
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En résultat, on obtient 4 343 gènes sur 41 020 en 3m20s. Cela signifie que seulement 4 343
gènes sont associés à la présence d’un SNP sachant que leur expression est sous-régulée. Les
deux couches de données omiques sont donc correctement intégrées dans le modèle.

2.6.3 Intégration de l’approche centrée sur le patient

Une dernière requête combinant les deux précédentes permet de vérifier que l’on peut accéder
à des résultats transomiques qui sont centrés à l’échelle du patient.

La requête définie ci-après va lister tous les couples individu-gène où l’individu est diagnos-
tiqué SLE et possède un gène qui est sous-régulé et qui contient un SNP (Figure 2.10).

En résultat, on obtient 19 764 couples patient SLE-gène en 1m6s. L’obtention de ces couples
valide l’intégration de données omiques appariées, hétérogènes et centrées sur le patient dans le
modèle transomique.

2.7 Discussion

2.7.1 Schéma d’intégration

Présence SNP vs Absence/Présence SNP - Un premier tableur a été réalisé où unique-
ment l’information de présence d’un SNP chez un individu (de manière homozygote ou hétéro-
zygote) était stockée. Cependant, dans la suite de la méthode, cela pose un problème. En effet,
en ne gardant que l’information de présence d’un SNP, il est impossible lors de l’élaboration de
la requête, d’avoir accès à l’information d’absence d’un SNP chez un individu. Il est apparu né-
cessaire de modifier ce tableur afin d’avoir accès à l’information de présence mais aussi d’absence
de SNP pour chaque individu.

Grâce à cette information d’absence, la requête peut devenir une comparaison entre indivi-
dus qui possèdent ou non un SNP et donc obtenir l’impact de ce SNP sur une caractéristique
d’intérêt.

2.7.2 Sélection des données de génotypage

Etapes de filtrage des SNPs - Plusieurs essais d’intégration ont été réalisés pour les données
de génotypage.

Les données imputées représentent environ 3,5 millions de couples SNPs-gène. Lorsqu’on
modifie le fichier d’origine en fichier de tabulation pour l’intégration, on obtient un total de 715
872 000 lignes (triplets individu-gene-SNPs). Cependant lors de l’élaboration de la requête qui
sera décrite au chapitre 3, le fait d’intégrer toutes les données va entraîner de la redondance dans
les résultats. En effet, les SNPs avec un déséquilibre de liaison (LD) fort, apparaîtront ensemble
dans les résultats de causalité.
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?Expression

-1
value

3

?Gene

meas
ure

d_i
n

2

concerns

4

measured_in

5 ?SNPValue
has

6
?SNPID

localisedIn 8?IndividualSLE

disease

1

(a) Représentation graphique
1 PREFIX : <http://askomics.org/data/>
2 PREFIX rdf: <http://www.w3.org/1999/02/22-rdf-syntax-ns#>
3 PREFIX rdfs: <http://www.w3.org/2000/01/rdf-schema#>
4

5 SELECT DISTINCT ?INDIV1_Label ?Gene1_Label
6 WHERE {
7 VALUES ?INDIV1_DiseaseCategory { ask:SLE }
8 VALUES ?Expression1_Disc { <http://askomics.org/data/-1> }
9

10 ?Expression1 ask:Exp_concern ?Gene1 .
11 ?Expression1 rdf:type ask:Expression .
12 ?Expression1 ask:Value ?Expression1_Disc .
13 ?Expression1 ask:Exp_measurIn ?INDIV1 .
14

15 ?INDIV1 rdf:type ask:INDIV .
16 ?INDIV1 ask:Disease ?INDIV1_DiseaseCategory .
17

18 ?SNPValue1 ask:measuredIn ?INDIV1 .
19 ?SNPValue1 rdf:type ask:SNPValue .
20 ?SNPValue1 ask:has ?SNP1 .
21 ?SNP1 ask:localisedIn ?Gene1 .
22 ?SNP1 rdf:type ask:SNP .
23 }

(b) Requête en langage SPARQL

Figure 2.10 – Représentation graphique et corps de la requête SPARQL permettant d’identifier
toutes les relations individu-gène dont l’expression du gène est à -1 et qui contient un SNP
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Le choix a donc été fait de ne prendre en compte que les SNPs représentatifs des régions,
soit les Tags SNPs. Pour cela, on a filtré les SNPs qui étaient référencés dans la documentation
du fabricant de la puces à ADN. Ceci a permis de réduire le nombre de SNPs à 261 084 SNPs,
pour un total de 28 112 492 lignes. Le temps d’intégration de ce fichier était assez important.
Comme la requête du chapitre 3 ne recherche que les SNPs dont la présence chez un individu a
un effet, la liste des Tag SNPs a donc été réduite. Pour cela, tous les SNPs qui étaient absents
chez tous les individus ont été retirés. La quantité finale de SNPs intégrés est de 6 106.

L’ensemble de ces étapes de filtration des SNPs a permis de ne garder que les SNPs ayant
un potentiel informatif et sans avoir de redondance.

2.7.3 Discrétisation des données d’expression

Comparaison à RefBool - L’outil RefBool a été développé pour permettre la discrétisation
et donc l’utilisation de données transcriptomiques dans un réseau Booléen [87]. Ce type de réseau
est caractérisé par des noeuds qui, dans un contexte biologique, correspondent à des gènes ou
des protéines et les arcs signés et dirigés sont les régulations entre ces éléments. Des valeurs
discrètes (0 et 1) sont attribuées à chaque noeud afin de représenter l’expression (activation =
valeur 1) d’un gène (protéine) par exemple.

Pour cela, la méthode se base sur la distribution empirique de données d’expression de chaque
gène issues d’une population de référence. À partir de cette distribution, des seuils sont calculés
pour définir les états de chaque gène : actif ou inactif de manière significative et un troisième
état associé à une valeur non significative.

En revanche, les auteurs ont montré dans leur étude que la taille de la référence est un facteur
important dans leur analyse. En effet, ils ont pu montrer qu’un minimum de 550 échantillons
est requis dans la population de référence afin d’approximer la réalité biologique. Il s’agit donc
d’une limite importante de l’utilisation de cette méthode avec les jeux de données cliniques.
Il est assez rare que le nombre de recrutements dans les études cliniques atteigne un total de
500 individus. Ainsi, obtenir un minimum de 500 échantillons contrôle pour la distribution de
référence n’est pas envisageable dans le contexte de la thèse.

Modification des valeurs des bornes - Pour la validation de notre requête, les bornes
qui permettent de discrétiser les valeurs ont été fixées à 5 et 95%. Cela représente un faible
nombre de valeurs discrétisées. Il est possible de modifier ces bornes et de réaliser un intervalle
d’expression plus petit pour chaque gène. Cela pourrait avoir comme conséquence d’augmenter
le nombre de gènes dont la valeur serait fixée à 1 ou -1.

Obtenir des valeurs multi-valuées - Notre approche discrétise les expressions entre 3 va-
leurs possibles : -1, 0 ,1.
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à l’échelle du patient

Il serait intéressant de réaliser plusieurs seuils dans la discrétisation des expressions et donc
d’obtenir un panel plus large de valeurs. Cela permettrait d’identifier les valeurs qui serait plus
extrêmes dans les expressions et les discrétiser à +2 dans le cas d’une surexpression ou -2 pour
les sous-expressions.

2.8 Conclusion : Génération d’un modèle transomique d’inté-
gration de données cliniques multi-omiques à l’échelle du
patient

La problématique était de proposer une méthode prenant en compte deux aspects qui sont
des limites dans les identifications classiques de signature : l’utilisation de données multi-omiques
et l’analyse à l’échelle du patient.

Dans ce chapitre, un modèle d’intégration a été mis en place afin de pallier ces limites. Il est
basé sur des données typiquement mesurées dans beaucoup d’études cliniques : la génomique et
la transcriptomique. La méthode intègre des données de couches omiques différentes sous forme
d’une base de données RDF accessible via un SPARQL endpoint. Toutes les informations de
l’étude clinique dont sont issues les données sont intégrées qu’elles soient continues ou discrètes.
De plus, l’apport d’appariements des données est conservé. Enfin, l’alimentation du endpoint
est basée sur une approche centrée sur le patient, ainsi les valeurs d’expression et de génotypage
sont spécifiques pour chaque patient.

Enfin, cette méthode a été appliquée à un jeu de données publique, proche de celui de l’étude
de SANOFI [86]. Le modèle de données transomique centré-patient contient un total de 48 350
565 triplets.

Une fois ce modèle transomique réalisé, il est possible d’avoir accès à l’ensemble des données
via l’utilisation de requêtes SPARQL. Ces requêtes vont permettre d’obtenir des informations
concernant les gènes et/ou les individus connaissant la valeur d’expression d’un gène ou la pré-
sence d’un SNP. Un exemple de requête complexe sera donc expliqué dans le prochain chapitre.
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Chapitre 3

DÉFINITION, CALCUL ET ÉVALUATION

DES EICTLS CANDIDATS

La recherche de marqueurs biologiques spécifiques d’un phénotype passe dans beaucoup
d’études par des analyses statistiques classiques, comme évoqué au chapitre 1. En effet, ce type
d’approches permet d’identifier un signal fort dans une population homogène.

Dans ce même chapitre, nous avons montré que dans le contexte du SLE, cela induit deux
limites majeures. Tout d’abord, l’hétérogénéité de la population ne permet pas de retrouver
la stratification classique des échantillons par le calcul des gènes différentiellement exprimés.
Ensuite, l’utilisation des données de transcriptomique seules ne permet pas de séparer les mar-
queurs de cause et de conséquence de la maladie.

Afin de palier à ces limites, une structuration des données a été proposée dans le chapitre 2,
en s’appuyant sur une étude clinique disponible publiquement [86] et en utilisant les technolo-
gies du Web Sémantique. Le modèle intègre des données multi-omiques analysées à l’échelle du
patient. L’intérêt d’avoir des données multi-omiques est de pouvoir identifier des mécanismes
complexes concernant un phénotype particulier.

Dans ce chapitre, la connexion entre les données de génomique et de transcriptomique sera
exploitée à partir du modèle d’intégration. La première section va définir formellement la notion
d’expression Individually-Consistent Trait Loci (eICTL), comme étant un lien potentiel de cau-
salité entre la présence d’un SNP et la variation d’expression de son gène propre. Afin d’extraire
ces informations des données intégrées dans le modèle transomique, la définition est ensuite
transformée sous forme de requête SPARQL dans la section 3.1.3. La première partie de la sec-
tion 3.2 présente l’application de la requête sur le modèle et l’identification des eICTLs candidats,
caractérisés comme étant des éléments transomiques. La sous-section 3.2.2 montre l’évaluation
de l’apport des eICTLs candidats par rapport aux données génomiques. Deux valeurs ajoutées
des éléments transomiques sont mises en évidence : la réduction des dimensions des données
et leur aspect plus discriminants dans la classification des patients. Enfin, la sous-section 3.2.3
présente la comparaison des eICTLs avec leur homologue statistique, les eQTLs.
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3.1 expression Individually-Consistent Trait Loci (eICTLs) :
Relation entre SNPs, variation d’expression et maladie

3.1.1 Influence de SNPs sur le phénotype

Depuis plusieurs années, de nombreuses études ont cherché à mettre en évidence le rôle des
variations génétiques sur des phénotypes d’intérêt. Les régions génomiques ou loci possédant
ces variations et statistiquement corrélées à un caractère d’intérêt complexe (facteur de risque,
phénotype particulier...) sont appelés quantitative trait locus (QTLs). Les études d’association
pangénomique (ou GWAS) sont des études à large échelle qui ont permis de cataloguer de
nombreux QTLs associés à des caractères phénotypiques particuliers comme des maladies [88].

Cependant, l’identification de ces QTLs seule ne permet pas de comprendre le mécanisme
moléculaire sous-jacent. La variation du niveau d’expression des gènes est aussi un élément mo-
léculaire qui peut être interprété comme étant un caractère phénotypique complexe. Ainsi, les
déterminants génétiques qui sont corrélés avec ces variations sont appelés eQTLs (expression
Quantitative Trait Loci) [89]. Lorsque l’effet du variant intervient sur l’expression de son propre
gène, il s’agit de cis-eQTLs mais s’il agit sur un gène distant, on parle de trans-eQTLs. Depuis
2010, le projet GTEx 1 (Genotype-Tissue Expression) est un catalogue contenant de nombreux
eQTLs, mesurés dans 49 tissus non pathologiques et multi-ethniques [90]. Le fait de pouvoir
filtrer les eQTLs avec les QTLs identifiés par les études GWAS suggère l’hypothèse que les va-
riations d’expression de ces gènes jouent un rôle dans la maladie.

L’intérêt du calcul des eQTLs est de pouvoir combiner des données génomiques et transcrip-
tomiques. En revanche, ils sont calculés sur une population par des analyses statistiques. Ainsi,
la limite qui est liée à ce type d’analyse est le besoin d’un grand nombre d’échantillons, issus de
populations relativement homogènes, afin d’obtenir une puissance statistique suffisante. Comme
démontré dans le chapitre 1, les données à disposition dans cette thèse se caractérisent par des
populations hétérogènes et un nombre d’échantillons petit. De plus, l’objectif de cette thèse est
d’utiliser une approche centrée sur le patient afin de prendre en considération les caractéristiques
de chaque patient.

3.1.2 Les SNPs associés à la variation d’expression à l’échelle du patient

Dans le chapitre précédent, le modèle final intégratif permet de relier des données appariées,
multi-omiques, dont les valeurs de chaque entité ont été calculées à l’échelle du patient.

Du fait de l’appariement et du caractère multi-omique des données, il est possible d’exploi-
ter ce modèle en recherchant des connexions potentielles entre la génomique et la transcripto-

1. https ://commonfund.nih.gov/GTEx/
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mique. Dans cette optique, un nouveau type d’association est défini dans cette thèse, il s’agit
des eICTLs. A la différence des eQTLs qui sont une association statistique basée sur un grand
nombre d’échantillons, les eICTLs sont des associations calculées par raisonnement et centrées
sur le patient. Il s’agit d’identifier les SNPs dont la présence va influencer son niveau d’expression
chez certains patients. Tout comme les eQTLs, cette influence peut être locale (cis-) ou distante
(trans-). Lors de cette thèse, seules les influences locales, directes ont été abordées.

La figure 3.1 est une représentation schématique des conditions pour identifier les eICTLs can-
didats. La première condition est qu’il existe un SNP (SNPx) dont la présence sur son gène
porteur (Geney) coïncide avec une diminution de l’expression de ce dernier par rapport à son
expression dans la population de référence. La seconde condition est qu’il existe au moins un
individu pour lequel l’absence de ce SNP sur le gène porteur ne coïncide pas avec une diminution
de l’expression de ce gène (ou alors entraîne une sur-expression de celui-ci).

Afin de ne pas prendre en compte les eICTLs qui ne sont spécifiques qu’à un seul patient, il
est nécessaire qu’au moins deux individus vérifient la première condition.

Geney

SNPx

Expression = -1

Geney

Expression = 1 or 0

SNPx

Figure 3.1 – Représentation schématique des conditions pour l’identification des eICTLs candi-
dats. A gauche, la première condition est que la présence du SNPx sur le gène Geney entraîne la diminution de
son expression par rapport à la population contrôle. A droite, la seconde condition où l’absence de ce SNP ne
modifie pas l’expression du gène ou alors le sur-exprime.

De manière plus formelle, on appelle un eICTL candidat, un couple (SNPx,Geney) pour lequel
il existe une association directe telle que :

— Geney : gène dont l’expression a été mesurée et qui possède au moins 1 SNP
— SNPx : SNP localisé sur un gène dont l’expression a été mesurée
— Il existe 3 patients, Indiv0, Indiv1, Indiv2 tels que :

— Indiv0 vérifie : hasSnp(Indiv0, SNPx) ∧ Expr(Geney,Indiv0) = -1
— Indiv1 (6= Indiv0) vérifie : hasSnp(Indiv1, SNPx) ∧ Expr(Geney,Indiv1) = -1
— Indiv2 vérifie : (¬ hasSnp(Indiv2, SNPx)) ∧ Expr(Geney,Indiv2) ∈ {0 ;1}

La recherche des eICTLs candidats dans un modèle comme celui présenté au chapitre 2
nécessite de transformer la définition précédente en requête SPARQL.
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3.1.3 Définition des (eICTLs) candidats en langage SPARQL

Pour transformer la définition des eICTLs candidats en requête SPARQL, il est nécessaire
dans un premier temps de faire le lien entre les entités et leurs relations (prédicats) dans le
endpoint et les contraintes de la définition. Cela permet de ne sélectionner que les prédicats qui
seront utiles dans la recherche de eICTLs candidats. Dans le cas présent, le nom des prédicats
et des entités est assez similaire à ceux de la définition (ex : le SNP est localisé sur un gène =
SNP localisedIn Gene) ce qui rend la sélection assez simple.

Ensuite, il est important de générer une requête performante d’un point de vue temps de cal-
cul. Cet aspect a été plus compliqué à mettre en place. En effet, la structuration la plus intuitive
est de réaliser la requête en un seul bloc. Cependant, comme le montreront les résultats dans la
prochaine section lors de l’application, le temps de calcul est assez long. Il a donc été nécessaire
de re-structurer la requête en deux sous-requêtes afin de diminuer le temps d’exécution.

?Expression1

?Individual1

meas
ure

d_i
n

2

concerns

4

measured_in

5

(a) Représentation graphique de la requête

La requête se fait en deux parties. Tout d’abord, elle va lister les ensembles {gène, SNP,
nombre d’individus} (ligne 12) pour lesquels les individus sont des patients (ligne 14) dont le
gène a une valeur d’expression à -1 (ligne 15) et présente un SNP chez ces individus (ligne 16).

La ligne 31 permet d’éliminer tous les ensembles dont le nombre d’individus avec ces carac-
téristiques biologiques serait inférieur à 2.

Cette première partie va donc générer des résultats intermédiaires qui seront ensuite filtrés
avec la deuxième partie de la requête. A partir de cette liste intermédiaire, la seconde partie de
la requête ne va garder que des couples {gène, SNP} où le gène a une valeur d’expression à 0 ou
1 (ligne 37) et qui ne possède pas le SNP (ligne 38) chez d’autres individus qui sont eux aussi
des patients (ligne 36).
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1 PREFIX rdf: <http://www.w3.org/1999/02/22-rdf-syntax-ns#>
2 PREFIX ask: <http://askomics.org/data/>
3 SELECT DISTINCT ?Gene1_L ?SNP1_L
4 WHERE {
5

6 ?Gene1 rdf:type ask:Gene .
7 ?Gene1 ask:Type ask:protein_coding .
8 ?Gene1 rdfs:label ?Gene1_L .
9 ?SNP1 rdfs:label ?SNP1_L .

10

11 # Sub-query 1 : Search for gene-SNP pairs associated to Indiv0 and Indiv 1 (red and green petal)
12 {SELECT DISTINCT ?Gene1 ?SNP1 (COUNT(DISTINCT ?INDIV1) as ?I1) WHERE {
13 VALUES ?INDIV1_DiseaseCategory { ask:SLE }
14 VALUES ?Expression1_Disc { <http://www.semanticweb.org/user/ontologies/2018/1#-1> }
15

16 ?Expression1 ask:Exp_concerns ?Gene1 .
17 ?Expression1 rdf:type ask:Expression .
18 ?Expression1 ask:Value ?Expression1_Disc .
19 ?Expression1 ask:Exp_measuredIn ?INDIV1 .
20 ?INDIV1 rdf:type ask:INDIV .
21 ?INDIV1 ask:Disease ?INDIV1_DiseaseCategory .
22 ?SNPValue1 ask:measuredIn ?INDIV1 .
23 ?SNPValue1 rdf:type ask:SNPValue .
24 ?SNPValue1 ask:has ?SNP1 .
25 ?SNP1 ask:localisedIn ?Gene1 .
26 ?SNP1 rdf:type ask:SNP .
27 }}
28 FILTER (( ?I1 > 2 ))
29

30 # Sub-query 2 : Filtering gene-SNP pairs associated to Indiv2 (blue petal)
31 FILTER EXISTS {
32 VALUES ?INDIV2_DiseaseCategory { ask:SLE }
33 VALUES ?Expression2_Disc { ask:1 ask:0 }
34 VALUES ?Genotypage1_2Value { 0 1 }
35 ?Expression2 ask:Exp_concerns ?Gene1 .
36 ?Expression2 rdf:type ask:Expression .
37 ?Expression2 ask:Value ?Expression2_Disc .
38 ?Expression2 ask:Exp_measuredIn ?INDIV2 .
39 ?INDIV2 rdf:type ask:INDIV .
40 ?INDIV2 ask:Disease ?INDIV2_DiseaseCategory .
41 ?SNPValue2 ask:measuredIn ?INDIV2 .
42 ?SNPValue2 rdf:type ask:SNPValue .
43 ?SNPValue2 ask:hasNot ?SNP1 .
44 ?SNP1 ask:localisedIn ?Gene1 .
45 ?SNP1 rdf:type ask:SNP .}}

(b) Requête en langage SPARQL

Figure 3.2 – Différentes représentations de la requête SPARQL permettant d’identifier les
eICTLs candidats chez les individus SLE tels que les gènes ont au moins une expression à -1
et possèdent 1 SNP. (a) Chaque ellipse est associée à une sous-requête. L’ellipse de gauche correspond à la
sous-requête 1 qui va identifier un premier ensemble de couple gène-SNP dont le gène est sous-exprimé chez au
moins 2 patients SLE et qui est associé à un SNP (rouge et verte). L’ellipse de droite correspond à sous-requête
2 qui va filtrer ce premier ensemble en ne gardant que les couples gène-SNP dont le gène n’est pas sous-exprimé
et qui ne possède pas le SNP (ellipse bleue). (b) Requête SPARQL de la recherche de eICTLs candidats
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3.2 Application de requête sur le modèle de données intégrées
transomique

3.2.1 Identification des eICTLs candidats

Comme expliqué dans la section précédente, la première requête SPARQL générée était
réalisée en un seul bloc. Cela sous-entend que la requête recherche l’ensemble des couples gène-
SNP existant chez les patients SLE, en prenant les valeurs fixes définies à la figure 3.2. Puis, à
la fin, elle réalise le filtre sur le nombre d’individu ayant l’expression à -1 et contenant le SNP.
Le temps de calcul était de près d’1h (Figure 3.1).

Structure de la requête Temps de calcul Nombre de eICTLs candidats
Requête 1 un seul bloc 58 min 1,961
Requête 2 2 sous-requêtes 30 sec 1,961

Table 3.1 – Comparaison des performances selon les différentes structurations de la requête. La
requête 1 correspond à la première structuration de la requête en un seul bloc. La requête 2 est cette même requête
après étape d’optimisation.

Une étape d’optimisation de la requête a donc été nécessaire. Une première hypothèse afin
d’obtenir de meilleures performances est de découper la requête initiale en deux sous-requêtes.
La première sous-requête réalise un premier filtre sur les couples gène-SNP afin de ne garder
que ceux dont l’expression du gène est -1 sachant qu’il présente un SNP. Cette sous-division de
la requête permet de réduire le temps d’exécution par 100 (Figure 3.1).

Dans les deux cas, la requête a permis l’identification, sur la totalité du endpoint, de 1,961
eICTLs candidats. Ainsi, sur l’ensemble des 6,106 SNPs, il n’en existe que 1,961 qui peuvent
avoir une influence sur la diminution d’expression du gène chez au moins deux individus SLE.
Cette requête permet de sélectionner un ensemble de SNPs qui semblent plus informatifs.

Ces résultats peuvent être utiles afin de réduire la dimension des données génomiques. Après
leur identification, il est nécessaire d’évaluer ces eICTLs candidats en tant que marqueurs po-
tentiels pour les patients SLE.

3.2.2 Comparaison des analyses génomiques et transomiques

Les liens entre génomique, transcriptomique et transomique - Les données d’expres-
sion de gènes permettent d’obtenir un signal fort qui est associé à la pathologie. Plus précisément,
ce signal peut s’interpréter comme un mélange entre les causes propres de la maladie (dérégu-
lations initiales) et les conséquences qui en découlent. Les données génomiques, quant à elles,
peuvent être utilisées pour rechercher exclusivement la cause de la maladie. Cependant, le signal
peut être beaucoup plus faible et diffus.
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Génomique

Transomique

Transomique 
aléatoire

Transcriptomique

Figure 3.3 – Représentation du filtrage des données de génomique par la transcriptomique selon
la définition des eICTLs candidats ou par un filtrage aléatoire. Les eICTLs candidats sont des éléments
transomiques et définis comme étant des SNPs qui ont une influence sur l’expression de leur gène. Il s’agit donc
d’un sous-ensemble de données de génomique, filtrée par les données de transcriptomique.

La recherche des eICTLs candidats permet de ne garder qu’un sous-ensemble des données de
génomique en les filtrant grâce aux données de transcriptomique en suivant la définition formelle
décrite précédemment.

L’évaluation de l’apport de la transomique a donc été réalisée en comparant le filtrage de
la génomique par la transcriptomique par rapport à un filtrage aléatoire. Les résultats de ce
dernier sont appelés transomique aléatoire. (Figure 3.3).

SNP1 SNP2
I1 C C
I2 NC NC

Genomic
147 indv × 6 197 variables

↘ ↙

Gene1 Gene2
I1 Down Normal
I2 Down Normal

Transcriptomic
147 indv × 40 834 variables

SNP1-Gene1 SNP2-Gene2
I1 VP FN
I2 FP VN

Transomic
147 indv × 1 961 variables

Figure 3.4 – Exemple des trois types de matrices (avec leur tailles) utilisées pour comparer les
données de génomique, transomique et transcriptomique. Pour les trois matrices, les lignes représentent
les individus et les colonnes représentent les variables. En génomique, les variables sont les SNPs et les modalités
sont Contains - C ou NotContains - NC. En transcriptomique, les variables sont les gènes et les modalités peuvent
être {Down, Normal, Up}. En transomique, les variables sont les eICTLs et les modalités peuvent être {VP, VN,
FP, FN}.

Réduction des dimensions des données - Les résultats transomiques sont présentés sous
forme de matrice catégorielle à 4 modalités, celle de génomique à 2 modalités et celle de trans-
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criptomique à 3 modalités. Pour les 3 matrices, les individus sont en ligne et les variables ex-
plicatives en colonne. La figure 3.4 montre un exemple pour chaque matrice. Les modalités en
génomiques retranscrivent la relation has (Contains - C ) ou hasNot (NotContains - NC ) de la
requête SPARQL. En transcriptomique, les valeurs discrétisées sont représentés par les 3 va-
leurs {Down, Normal, Up}. Concernant les résultats de transomique, les modalités sont 4 règles
définies comme suit :

— VP : La présence du SNP est associée à une sous-expression de son gène
— VN : L’absence du SNP est associée à une expression normale ou sur-expression de son

gène
— FP : L’absence du SNP est associée à une sous-expression de son gène
— FN : La présence du SNP est associée à une expression normale ou sur-expression de son

gène
Comme le montre la taille des différentes matrices, la sélection des eICTLs permet de réduire

le nombre de variables explicatives en ne gardant que les SNPs ayant un potentiel informatif sur
l’expression de leur gène. Pour les résultats de transomique, le nombre des variables explicatives
est réduit par 3 par rapport aux données de génomique.

Dans la suite de l’analyse, ce potentiel est évalué en comparant les résultats de transomique,
génomique et transcriptomique.

Analyse des Correspondances Multiples (MCA) - L’Analyse des Correspondances Mul-
tiples est un dérivé de l’analyse en composante principale (ou PCA) qui s’applique aux données
qui ne sont pas numériques mais catégorielles. Les deux premières dimensions affichées sur les
graphes représentent les deux premiers ensembles de variables expliquant le maximum d’informa-
tions sur la population. Plus le pourcentage d’information est grand, plus les données analysées
sont séparées. Le package FactoMineR [91] en R a été utilisé pour réaliser les analyses de MCA.

L’analyse des données de génomique montre que les deux premières dimensions ne permettent
d’expliquer que 3% de l’information des patients SLE (Figure 3.5a). On peut voir que la majorité
de ces patients restent regroupés au centre des deux axes.

Les individus sont plus dispersés lorsque la MCA est appliquée sur les résultats transomiques
issus de la requête (Figure 3.5b). On constate en effet que les deux dimensions sont plus infor-
matives qu’en génomique seule (plus de 12%). Cette différence ne s’explique pas uniquement par
la réduction de dimension car, en comparaison, une sélection aléatoire des eICTLs candidats ne
permet d’expliquer qu’un peu plus de 9% de l’information. (Figure 3.5c).

On note que la transcriptomique est la couche qui semble la plus informative concernant
les patients. En effet, la première dimension explique près de 60% des données (Figure 3.5d).
Cela s’explique par le fait que les DEGs des données d’expression sont un signal fort dans la
population.
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(a) MCA sur les données de génomique

(b) MCA sur les données de transomique
(c) MCA sur les données de transomique aléa-
toire

(d) MCA sur les données de transcriptomique

Figure 3.5 – L’Analyse des Correspondances Multiples (MCA) sur les matrices des données de
génomique, transomique, transomique aléatoire et transcriptomique, uniquement pour les patients
SLE. Chaque figure correspond aux résultats de MCA sur les différentes couches omiques. Sur le même principe
que l’analyse en composante principale (PCA), les axes représentent les deux dimensions qui expliquent le plus les
données et en quel pourcentage. Chaque point représente un individu SLE et la couleur correspond à la catégorie
SLEDAI pour laquelle il est associé (rouge pour mild, vert pour moderate et bleu pour severe).
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Clustering hierarchique des résultats de MCA - La fonction HCPC du package Fac-
toMineR permet de réaliser un clustering hiérarchique sur les composantes principales issues
de la MCA. De plus, l’option nb.clust = -1 découpe de manière automatique l’arbre selon le
nombre de clusters qu’il considère comme optimal. C’est l’option qui a été choisie pour le reste
de l’analyse.

Cinq clusters sont identifiés en utilisant les données de génomique (Figure 3.6a) alors qu’il
n’y en a que trois avec les données transomiques. Cependant ces derniers clusters semblent plus
robustes que ceux de génomique puisque la distance des branches ou distance cophenétique est
plus grande en transomique (Figure 3.6b).

En comparaison, les six clusters issus de la transomique aléatoire semblent moins robuste
que ceux de transomique au vu des distances entre les clusters (Figure 3.6c).

Le clustering des données issues de l’analyse transcriptomique montre 5 clusters assez robuste
en regardant les valeurs des branches (Figure 3.6d).

Les résultats transomiques permettent donc d’identifier moins de clusters qu’en génomique
mais avec une meilleure définition de ces clusters.

Comparaison du clustering des patients - L’ensemble de ces clusters représente une nou-
velle séparation des patients selon leur similarité pour chaque couche -omique.

Le diagramme de Sankey permet d’analyser, dans ce contexte, la proportion de patients qui
apparaissent dans des clusters différents selon les données -omiques (Figure 3.7). Chaque cluster
est ordonné d’après les résultats du clustering hiérarchique précédent.

Le plus grand cluster de transomique permet de regrouper plus de la moitié des patients des
deux plus grands clusters de génomique ainsi que les plus petits (Figure 3.7a). Le reste des deux
grands clusters de génomique se rassemblent d’abord dans le cluster 3 puis 1 de transomique. Ce
diagramme montre aussi que les clusterings transomique et transcriptomique sont assez similaire
sur leur gros groupes. Les deux groupes transcriptomiques supplémentaires sont intégrés dans le
cluster 2 transomique. Cela s’explique par le fait que les données transomique sont influencées
par celles de transcriptomique, qui joue le rôle de filtre sur les données de génomique.

Si le résultat de transomique aléatoire est assez similaire au résultat de transomique, on note
l’apparition de quelques très petits clusters. (Figure 3.7b).

Afin de poursuivre cette étude, nous avons cherché à évaluer la robustesse des groupes de
patients mis en évidence via un ré-échantillonnage du jeu de données.

Robustesse du clustering - Afin de vérifier la robustesse des clusters dans les différentes
couches -omiques, les analyses de MCA suivies du clustering hiérarchique ont été répétées sur
plusieurs ré-échantillonnages de la population : 10 jeux de données avec 100, 120, 140, 160 et 180
individus chacun. Du fait de leur faible nombre, les individus sains ne sont pas ré-échantillonnés
(tous les individus sains et ré-échantillonnage parmi les patients).
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(a) Clustering hiérarchique des
données de génomique

(b) Clustering hiérarchique des
données de transomique

(c) Clustering hiérarchique des
données de transomique aléatoire

(d) Clustering hiérarchique des
données de transcriptomique

Figure 3.6 – Clustering hiérarchique des patients SLE selon les résultats de la MCA pour les
couches de génomique, transomique, transomique aléatoire et transcriptomique. Chaque clustering
est réalisé à la suite des analyses de MCA décrite à la figure 3.5, par la fonction HCPC du package FactoMineR.
Le découpage des clusters est réalisé de manière automatique par la fonction HCPC.
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(a) Comparaison des clustering de patients entre les données :
génomique - transomique - transcriptomique

(b) Comparaison des clustering de patients entre les données :
génomique - transomique aléatoire - transcriptomique

Figure 3.7 – Diagramme de Sankey représentant l’évolution du clustering des patients selon les
différentes données omiques. Chaque colonne correspond aux différentes couches omiques (génomique en bleu,
transomique en violet et transcriptomique en rouge). Chaque bloc en colonne représente un cluster. L’organisation
des clusters est celle définie par les résultats du clustering hierarchique en figure 3.6. La taille de ces blocs est
proportionnelle aux nombres de patients contenus dans les clusters. Les flux entre les colonnes représentent les
proportions de patients qui se retrouvent dans les clusters de la couche omique suivante.
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A partir des résultats de clustering de chaque couche -omique ré-échantillonnée, nous avons
généré une matrice de co-clustering. Au sein de cette matrice, chaque élément M(i,j) mesure le
nombre de fois où la paire de patients SLE (i, j) apparaît dans un même cluster, normalisé par
le nombre de fois où i et j faisaient partie des échantillons crées par ré-échantillonnage. Une
heatmap a été créée à partir de chacune de ces matrices (Figure 3.8).

La matrice de co-clustering calculée grâce aux données génomique montre que les 3 plus
petits clusters semblent être les plus robustes (Figure 3.8a). En revanche, même s’il est possible
de distinguer les deux carrés représentant les deux plus grands clusters, la robustesse de ces
clusters n’est pas aussi franche que pour les trois autres groupes.

Dans la matrice de co-clustering calculée grâce aux données transomiques, les 3 clusters
semblent plus homogènes que ceux issus des résultats de génomique (Figure 3.8b). Les deux
clusters aux extrémités de la heatmap (rouge et bleu) sont les plus homogènes des trois. On
retrouve dans le plus grand cluster certains patients qui ne sont pas systématiquement associés
au même cluster mais de façon plus atténuée que pour les résultats de génomique. En revanche,
lorsque le choix des eICTLs candidats est effectué de manière aléatoire, les clusters ne semblent
pas résister au ré-échantillonnage (Figure 3.8c).

L’appartenance de deux patients SLE aux mêmes clusters lors du ré-échantillonnage semble
plus robuste en transcriptomique qu’en génomique (Figure 3.8d). En effet, les rectangles des
différents clusters sont mieux définis que précédemment. Mis à part dans le cluster violet qui
est homogène, les autres clusters ne semblent cependant pas aussi homogène. En effet, certaines
lignes dans les autres clusters apparaissent plus claires. Cela signifie que les couples de patients
correspondants apparaissent moins souvent associés dans le même clusters. Cet aspect apparaît
le plus dans le cluster rouge, en haut à gauche.

En conclusion, les résultats de génomique seule ne permettent pas d’obtenir des clusters
suffisamment robustes. En comparaison, notre définition d’eICTLs nous permet de diminuer la
dimension en générant des clusters assez robustes lors d’une analyse par ré-échantillonnage du
jeu de données. Cette robustesse n’est pas simplement due à la réduction de dimension puisque
les clusters générés par transomique aléatoire (sélection d’un sous-ensemble aléatoire du même
nombre d’élement qu’en transomique) sont nettement moins robustes.

3.2.3 Comparaison avec les eQTLs (GTEx)

Comme défini dans les deux premières sections, les eICTLs candidats sont des associations
SNP-variation d’expression qui sont proches des eQTLs dans leur définition. Nous proposons
donc de comparer les eICTLs avec les eQTLs déjà identifiés.

De nombreux eQTLs sont stockés dans la base de données GTEx qui est structurée par tissu.
Dans leur publication de 2015, les auteurs ont justifié cette organisation car les maladies com-
plexes ont souvent une origine dans la dysfonction de plusieurs tissus ou lignées cellulaires [92].
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(a) Genomique

(b) Transomique (c) Transomique aléatoire

(d) Transcriptomique

Figure 3.8 – Les matrices d’appartenance d’une paire de patients au même cluster en génomique,
transomique et transcriptomique. Chaque ligne correspond a un patient SLE. Ils sont triés selon leur ap-
partenance aux différents clusters. La même organisation est appliquée aux mêmes patients en colonne. Chaque
valeur de la heatmap correspond au ratio pour lequel les deux patients sont associés aux même clusters sachant
qu’ils apparaissent ensemble dans le dataset rééchantilloné. S’ils sont toujours associés au même cluster à chaque
fois qu’ils apparaissent dans le même dataset, alors la valeur du ratio est de 1.
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Des études combinent les QTLs mesurés dans les analyses GWAS pour une pathologie donnée
et les eQTLs de cette base de données. Cela permet de valider d’une part les SNPs identifiés
comme ayant une influence potentielle. D’autres part, les relations qui découlent des SNPs issus
des GWAS et leur implication dans la variation d’expression d’un tissu avec les eQTLs donnent
des informations sur certains mécanismes de régulation de la pathologie [93], [94].

Dans le cas des eICTLs candidats, les relations SNPs-variation d’expression-pathologie sont
déjà mesurés en une seule requête. La grande différence entre les eICTLs candidats et les eQTLs
est la mesure à l’échelle du patient des eICTLs candidats. Il apparaît donc important de vérifier
si les eICTLs candidats ont déjà été caractérisés comme étant des eQTLs. Les données de la
thèse étant réalisées dans le sang complet, seul ce tissu a été pris en compte dans la comparaison.

La figure 3.9 montre la proportion des eICTLs candidats associée ou non avec des eQTLs
référencés au sein de la base de données GTEx.

Figure 3.9 – Proportion des eICTLs candidats identifiés comme eQTLs sur le portail GTEx (v8)
pour le sang complet ("Whole Blood")La première colonne représente le nombre de eICTLs candidats qui
ont été identifiés comme des eQTLs testés dans le sang et qui sont significatifs. La seconde colonne correspond
au nombre de eICTLs candidats qui ne sont pas retrouvés en tant que eQTLs significatifs. La troisième colonne
est le nombre de eICTLs candidats qui n’ont pas été mesurés en tant que eQTLs dans le sang ou dont le variant
et/ou le gène ne sont pas reconnus par GTEx.

Sur la totalité des eICTLs candidats identifiés, 9% correspondent à des eICTLs candidats
qui n’ont pas pu être retrouvés dans la base de données (gène ou SNP sans correspondance) ou
qui n’ont pas encore été mesurés dans le sang.

87



Part, Chapitre 3 – Définition, calcul et évaluation des eICTLs candidats

Parmi les 1 788 eICTLs candidats retrouvés, près de 46% sont associés à des eQTLs signi-
ficatifs (p-value <5%). Cette p-value est mesurée pour chaque paire variant-gène de manière
à tester l’hypothèse alternative selon laquelle le coefficient de corrélation entre le variant et la
variation d’expression du gène est différente de 0 et ce dans chaque tissu [92].

Cela signifie que 54% des eICTLs candidats restants sont, dans GTEx, des eQTLs considérés
comme non significatifs. Il pourrait donc s’agir de couples qui seraient spécifiques aux patients
atteints de SLE.

En conclusion, plusieurs eICTLs candidats (46%) ont été retrouvés comme des eQTLs si-
gnificatifs, mesurés dans le sang, tandis que d’autres (54%) ont pu être associés à des eQTLs
non significatifs dans le sang. De plus, certains liens n’ont pas encore été mesurés dans ce même
tissu. L’hypothèse au vu de ces résultats est que les couples gène-SNP qui ne sont pas des eQTLs
significatifs seraient spécifiques à certains patients SLE.

3.3 Conclusion : eICTLs candidats comme nouveaux marqueurs
de patients

L’objectif du chapitre 3 était de pouvoir exploiter le modèle défini au chapitre précédent afin
d’identifier des éléments pouvant expliquer les mécanismes moléculaires causaux de la pathologie
tout en prenant en compte les caractéristiques des patients.

Un eICTL candidat est défini formellement comme étant un couple SNP-gène dont la présence
du SNP a une influence directe potentielle sur la variation d’expression de ce gène. L’interro-
gation du modèle transomique par l’intermédiaire d’une requête SPARQL complexe a permis
l’identification de 1 961 eICTLs candidats. Une étape d’optimisation de la requête a permis de
réduire le temps d’exécution par 100. La première valeur ajoutée des eICTLs candidats est la
réduction de dimension des données puisque cette sélection de SNP permet de réduire par 3
fois la quantité de données de génomique. La seconde valeur ajoutée est leur apport informatif
car l’évaluation de ces liens a montré qu’ils sont plus discriminants dans la caractérisation des
échantillons que les données de génomique ou une selection aléatoire, puisqu’ils génèrent des
clusters plus robustes.

Les eQTLs sont mesurés par association statistique entre la présence d’un SNP et la variation
d’expression de son gène. Les eICTLs candidats sont eux calculés par raisonnement et prennent
en compte l’hétérogénéité de la population. La comparaison entre les deux a montré que la
majorité des eICTLs candidats sont retrouvés en tant qu’eQTLs. Parmi eux, la moitié sont
significatifs dans le sang complet (couple variant-gène souvent corrélés dans ce tissu) et l’autre
moitié ne l’est pas. Ces eICTLs candidats pourraient être des couples SNP-gène spécifiques de
sous-groupes de patients SLE.

Ainsi, ces éléments transomiques pourraient être de nouveaux biomarqueurs caractéristiques
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de sous-populations de patients SLE.

Les effets causaux peuvent aussi être inférés par l’utilisation de réseaux de régulation de gènes.
Cette connaissance supplémentaire permettrait, à partir d’une liste de marqueurs identifiés par
des données d’expression par exemple, de remonter l’information de causalité en prenant en
compte les dépendances de régulation entre les gènes. Cette approche sera expliqué dans le
chapitre suivant.
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Chapitre 4

SIGNATURE COMPLEXE PAR ANALYSE

DES CONNAISSANCES

La recherche de causalité ne se limite pas à l’utilisation de données -omiques, il est aussi
important de prendre en compte les liens entre les entités.

Ce chapitre présente une méthode permettant de classer automatiquement des états stables
d’un réseau booléen en utilisation l’analyse par concept formel (FCA).

4.1 Présentation de l’article

L’article présenté dans ce chapitre a fait l’objet d’une publication dans le Journal of Theo-
retical Biology en 2019 (doi :https://doi.org/10.1016/j.jtbi.2019.01.015).

La biologie des systèmes est un domaine qui permet de mieux comprendre le comportement
que peut générer un réseau biologique. Ce comportement peut être représenté sous forme d’états
stables du système.

Selon la taille et la complexité de ces systèmes, le nombre d’états stables générés peut être
très importants. Il apparaît nécessaire de pouvoir interpréter ces états fixes de manière auto-
matique. L’approche proposée est de classer ces états en fonction de certains noeuds actifs. Ces
activations sont associées à des signatures préalablement définies par des expertises biologiques
et caractéristiques de phénotypes biologiques connus.

C’est dans cet optique qu’a été développée la méthode présentée dans ce chapitre. Elle a été
appliquée sur un réseaux de régulation de gènes caractérisant la différenciation des lymphocytes
T. Les différents comportements du système sont interprétés comme étant une différenciation
en plusieurs types lymphocytaires. Elle s’articule autour de 3 axes importants :

— la classification automatique des états stables ;
— l’enrichissement de signatures associées à des phénotypes ;
— l’identification de nouvelles signatures hybrides
Pour réaliser ces objectifs, la méthode s’appuie sur une approche de bi-classification sym-

bolique : l’analyse des concepts formels (Formal Concept Analysis ou FCA) qui permet de
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représenter les associations au sein d’une matrice au sein d’une structure hiérarchique composée
de bi-clusters appelés "concepts". Chaque concept est constitué d’un ensemble de lignes de la
matrice (dans notre cas, il s’agit d’états stables) qui partagent des caractéristiques similaire vis-
à-vis d’un certain nombre de colonne (dans notre cas, il s’agit des composés biologiques activés
dans les états stables considérés). L’intérêt de la FCA pour classer les états stables est d’obtenir
une liste exhaustive des clusters. En effet, les approches classiques de classification ne fourni-
raient qu’un sous-ensemble de ces clusters. Une comparaison a été réalisée dans ce sens entre
une approche classique, le clustering hiérarchique et la FCA, en basant la classification sur deux
signatures de tailles différentes. Les résultats montrent que le clustering hiérachique va perdre
l’information de la seconde signature qui est noyée dans la première, plus grande. Cette perte
s’explique par le fait que certains états stables contiennent des éléments des deux signatures et
vont préférentiellement être associés au signal le plus fort.

L’automatisation de la génération et de la classification des états stables va mettre en avant
deux points importants.

Le premier concerne l’ensemble des états stables d’un cluster associé à une signature et dont
certains des noeuds s’activent systématiquement en même temps que les éléments biologiques
constituant cette signature. Les signatures canoniques définies au départ sont donc enrichies
grâce aux dépendances de régulation du système. De plus, certains sous-regroupements d’états
stables partagent des formes dérivées des signatures canoniques et sont appelés variants. Parmi
ces variants, ceux associés à deux signatures canoniques sont appelés signatures hybrides.

Le second permet de prédire de nouvelles signatures composées de deux signatures cano-
niques, les signatures hybrides. La génération et la classification automatique d’un ensemble
d’états stables issu d’un réseau de régulation de gènes a permis l’identification d’une nouvelle
signature. En effet, en comparaison avec une étude dont la classification s’est faite manuellement,
la méthode a retrouvé l’ensemble des groupes automatiquement et a identifié une classe d’états
stables associée à une nouvelle signature hybride.
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4.2 Introduction

Systems biology aims to understand how the interactions between cellular components deter-
mine the cell response to environmental perturbation by external stimuli. Historically, two main
approaches have been developed to take into account the dynamical behavior of a regulatory
network. Inspired by modeling technics used in physics, continuous models based on differential
equations are widely used to investigate the role of circuits in regulatory and signaling networks,
as well as the fluctuations of concentrations over time. Notice however that model calibrations
are difficult and require a large set of quantitative experimental measurements which are hardly
available in the context of regulatory interactions [20], [21], [95]. Another weakness of continuous
and stochastic modeling technics is that they implicitly assume that reactions follow mass action
kinetics, although regulatory interactions have been observed and measured to be rather similar
to switches, or at least very sharp in terms of responses [96], [97].

To overcome these limitations, discrete frameworks have been introduced to describe the
response of regulatory networks. A first class of synchronous models associate the gene or protein
states to binary variables whose values are controlled by the binary values of their regulators [22].
This approximation of regulation appeared to be overly simplistic because it does not take into
account the possibly different time-scales occurring in regulatory networks, nor the fact that a
component might act differently according to its level of expression or activation. Multi-level and
asynchronous logical formalisms, the so-called Thomas models [23], [24], have been proved to be
accurate for modeling regulatory systems because they capture the main features of the different
time-scales in regulatory processes with asynchronous and non-deterministic formalisms [21],
[98].

An output of the study of a logical network by multi-level and asynchronous logical forma-
lisms is the enumeration of its steady states and more generally the study of its attractors [25].
This feature has been widely used to link models of regulations with phenotypes, especially in
health-related applications. In [99], it was proved that the attractors of a mammal cell-cycle in
several perturbed conditions were in agreement with known phenotypes in the literature. The
steady states and attractors of a logical model were also proved to fit with genotyping information
in [100]. Finally, in [101], [102], the authors studied a network of T-helper lymphocytes and evi-
denced that the steady states of the network in several environmental or gene-deletion/activation
conditions were in agreement with observed clinical phenotypes. These phenotypes were either
generic (proliferation, apoptosis...) or were more specific and described subtle differences in
cancer cell-types.

All these studies establish a link between some phenotypes (especially in cancer situations)
and the steady states of a logical network. In concrete terms, this link provides a signature for
each phenotype, that is, a set of biological markers present in the steady states whose activation
is characteristic of the phenotype.
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Notice however that the concept of signature is loosely defined in the literature depending
on the context. A phenotype signature is generally defined as the set of master genes or proteins
characterizing this phenotype. Signatures can be computed according to gene set enrichment
analysis and gathered in databases such as SigDB [103]. They can also be computed to focus
on causality effects if logical networks are available [104]-[106]. However, most of the time,
signatures are refined manually by clinicians or biological experts in order to be more accurate
and discriminate cell-types according to a few biomarkers. This is for example the case of CD4
T helper cells (Th cells) for which several cell-types have been identified (Th1, Th2, Th17, Th9,
Th22). The heterogeneity of Th cells is closely related to signals from the microenvironment ;
typically IL-12 is required for the development of Th1 cells ; IL-4/IL-2 drive the development of
Th2 subtype, and TGFb induces the differentiation of Th17 cells as well as T regulatory (Treg)
cells. Moreover those main Th cells subtypes are associated with very specific biomarkers. Indeed
Th1, Th2, Th17 are characterized by the expression of T-bet, Gata3 and RORgt respectively ;
while Treg cells are characterized by Foxp3 expression. Yet, Th cells present a certain degree of
plasticity, and notably they can adopt hybrid phenotypes.

Hybrid phenotypes can appear when the biomarkers of several signatures are measured si-
multaneously in the same cell-type [107]. For instance the Th1-Th17 subtype expresses both
T-bet and RORgt master regulators and produces both INFg and IL-17. Therefore, links bet-
ween signatures, phenotypes and steady states in logical models become intricate as soon as
the network size increases. In this situation, classification methods such as hierarchical cluste-
ring [108] highlight the main links between signatures and phenotypes, but fail to describe all
the possible variants and hybrids that co-exist with the main clusters.

Our study aims at developing an automatic method to classify the steady states of a logical
network according to a given family of phenotypes. These phenotypes are defined by their own
signatures that can be either a single master gene or more generally a pattern of activated bio-
logical compounds (genes, proteins or markers). Our framework allows a systematic exploration
of the links between phenotypes signatures and values of genes in the steady states of a Boolean
network.

It relies on a classification of the steady states using a hierarchical structure derived from
Formal Concept Analysis (FCA), a data analysis method handling binary matrices [109]. In our
case, we focus on the analysis of matrices describing the list of activated compounds in steady
states. The FCA method produces a lattice, representing in a hierarchical way associations as
bi-clusters of specific nature, named concepts. Each concept is made of a subset of rows (in
our cases, steady-states) which exhibit similar characteristics across a subset of columns (in
our case, the compounds shared by the steady-states). By studying concepts associated with
signatures of phenotypes, thanks to this hierarchical structure, we can perform a systematic
characterization of biological compounds which are always paired with the signature’s master
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genes or proteins according to the Boolean network. Hybrid phenotypes can also be characterized
in association with all their possible variants. This is illustrated on several models representing
the differentiation of LTh cells [101], [102], [110]. Interestingly, the classification enables the
identification of novel hybrid types together with the simulation conditions that generated them.

4.3 Organizing the steady states of a Boolean network into a
lattice

4.3.1 Network representation and simulation

R. Thomas has proposed a logical formalism [23], [24] to model regulatory networks. It is
based on two directed graphs and a system of logical rules coding for the network dynamics.
The interaction network is represented by a regulatory graph (RG), whose nodes stand for the
biological compounds of the system, and edges stand for the interactions between these compo-
nents (transcriptional activation or inhibition). In this work, we distinguish two types of nodes,
external nodes (also called input nodes) and internal nodes. External nodes represent the input
of the conditions of simulation. These compounds can not be regulated during the dynamics but
their values can be fixed. To each internal compound are attached (1) a discrete variable re-
presenting the expression of the biological compound qualitatively (its state). We consider here
only Boolean variables ; (2) a logical function depicting the evolution of the component with
respect to the states of its regulators. If the values of the internal compounds are specified at
the beginning of the simulation, this state is called an initial state. The State Transition Graph
(STG) represents the discrete dynamics ; nodes are the states of the system, and transitions
link two consecutive states [23]. Hence, the STG encompasses all the possible trajectories with
respect to the set of logical functions parametrizing the RG under the asynchronous hypothe-
sis (i.e. only one component differs between two consecutive states). Attractors -i.e. terminal
strongly connected components of the STG- are parts of the STG where the system stabilizes,
interpreted as the long-term behavior of the system. There are two types of attractors : steady
states and cyclic attractors, according to whether they are made up of one or several states.

Once the regulatory graph and its logical rules are defined, it is possible to run simulations
specifying (or not) initial conditions using GINsim [25]. This software offers several functions
such as the computation of all steady states, the reduction of the model based on a compressed
STG, and various simulations according to pre-specified mutations. We have implemented a
Python script that generates and extracts all the steady states of a model encoded in GINsim.
Steady states are represented as rows of a Boolean matrix, whose columns correspond to the
genes/proteins. The (i, j)-th coefficient of the matrix is equal to 1 if and only if the component
j is expressed in the steady state i. An example is shown in Fig. 4.1.
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a)

IL12

b)

c)

Figure 4.1 – Small-scale network controlling the differentiation of Lymphocyte T
helper (Th) with two input environments (data extracted from [110]). (a) The network
(has 11 internal compounds (gray nodes) and one external compound IL12 (green node)). Yellow
labels give the logical function of each compound. Activations are represented by green arrows
and inhibition by red arrows. (b) Input conditions used during simulation. The two values of
the external node or input IL12 correspond to the stimulation or not of this gene.(c) Matrix
crossing compounds and steady states with the conditions of stimulation (value 1 for an activated
compound in a state, 0 otherwise) : the first condition of stimulation (IL12=0) generated the
three steady-states s1, s2 and s3 whereas s2 and s4 are the two steady-states which can be
accessed with the condition IL12=1. In both cases, the convergence of the dynamics to one or
the other steady-states depends on the initial state of the internal nodes.
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m1 m2 m3

g1 × ×
g2 × ×
g3 × ×

(a) Formal context (b) Concept lattice

Figure 4.2 – Example of a concept lattice. Table (a) describes a relation between the set of
objects G = {g1, g2, g3} and the set of attributes M = {m1,m2,m3}. Concepts are nodes in the
graph (b) labelled with subsets of G andM , drawn with LatViz [111]. For instance, the top left is
({g1, g2}, {m1}). Indeed, both g1 and g2 are in relation with m1, and it is not possible to add g3
(g3×m1 is lacking), m2 (g1×m2 is lacking) or m3 (g2×m3 is lacking). Similarly, the seven other
formal concepts are ({g1, g2, g3}, {}) -top-, ({g2, g3}, {m2}), ({g1, g3}, {m3}), ({g2}, {m1,m2}),
({g1}, {m1,m3}), ({g3}, {m2,m3}) and ({}, {m1,m2,m3}) -bottom-. They are organized in a
lattice according to the set inclusion relationship between objects.

4.3.2 Formal Concept Analysis (FCA)

Our goal is to compare the steady states of a logical network over multiple simulations with
different initial conditions. Moreover we are interested in an exhaustive enumeration of possible
clusters of states without a priori. This involves, in particular, managing cluster overlaps.

Formal Concept Analysis (FCA) is a widely used data analysis technics that can be used for
this purpose. In its most simple form, concepts formalize the duality extension and intension
by extracting, from a binary relation between a set of objects and a set of attributes, the
maximal subsets of objects that share the same subset of attributes [112]. Causality relations
can be investigated within a lattice structure (Galois connection) by subconcept-superconcept
relations. In bioinformatics, it has been used to derive phylogenetic relations among groups
of organisms [113] and to exhibit clusters in large-scale interaction networks [114], [115]. In
the following, objects are steady states of a Boolean network, and attributes are activations of
biological compounds.

Formally, a data table allows building a context (G, M , I) where G (objects) and M (at-
tributes) are two finite sets and I ⊂ G ×M describes a relation between G and M . The set of
attributes shared by all elements of A ⊂ G is denoted by A′ = {m ⊂M |A×{m} ⊂ I}. Similarly,
the set of objects sharing all the elements of B is denoted by B′ = {g ∈ G|{g} × B ⊂ I}. The
pair (A,B) is called a formal concept if B = A′ and A = B′, A being the extent and B the intent
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of the concept. Additionally, the extent and the intent are closed sets, i :e A = A” and B = B”.
Equivalently and more intuitively, (A,B) is a formal concept precisely when every object in A is
in relation with every attribute in B and it is not possible to add an element to A or B without
breaking this property. For instance, for the relation shown in Fig.4.2, the concept lattice is a
Boolean lattice with 23 nodes. The formal concept associated with m1, is ({g1, g2}, {m1}) and
none of the elements g3, m2 and m3 can be added to the concept. In this work, formal concepts
identify all sets of states that share the same biological elements.

For a set of objects A ⊂ G, we associated to A an attribute concept, that is, the smallest
formal concept which contains A, that is to be, (A′′, A′). Dually, for a set of attributes B ⊂ G,
the object concept is the largest formal concept which contains B, that is to be (B′, B′′). This
allows us to identify either all the steady states sharing the same features, or all the biological
elements characterizing a set of steady states. For the relation shown in Fig.4.2, there are six
non-trivial formal concepts.

A partial order is defined over the family of formal concepts by (A1, B1) ≤ (A2, B2) ⇐⇒
A1 ⊂ A2 (or equivalently B2 ⊂ B1). The set of concepts forms a lattice. It means that every pair
((A1, B1), (A2, B2)) of formal concepts has a greatest common subconcept ((A1∩A2), (B1∪B2)′′),
the meet and a lowest common superconcept ((A1 ∪ A2)′′, (B1 ∩ B2)), the join. The lattice can
be represented as a graph. As shown in Fig.4.2b, formal concept are represented by a node in
this graph. The top node is the concept with all objects and the bottom node is the concept
with all attributes.

The lattice provides information about the impact of the addition or the deletion of objects
or attributes over the classification process. More precisely, the structure of the concept lattice is
suitable for capturing causalities through the use of implications and associations rules extracted
from the lattice [109]. Without entering into details, we will implicitly use these causalities in
the following section to explore the lattice associated with a Boolean network.

4.3.3 Building a lattice from a family of states in a Boolean Network

In the following, the term “compound" encompasses a gene, a protein or a biological com-
pound. All are nodes in the regulatory network. In the following, the term “node" will refer to
a formal concept in the lattice.

Let φ be a Boolean Network (BN) over a set of compounds V with values in {0, 1}. Let
S ⊂ {0, 1}|V | be a family of steady states of φ (in general, it could be any subset of states). We
define the relation I on S × V by setting that (s, v) ∈ I if and only if v is activated in steady
state s.

From context (S,V , I) we build a lattice of formal concepts. As an example, Fig. 4.3
shows the formal context associated with 10 states of a BN. As shown in Fig. 4.3(b), a hie-
rarchical clustering approach applied to the considered table highlights the role of the cluster
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Figure 4.3 – 10-states matrix of a Boolean network and comparison between FCA
and UGPMA clustering (a) steady states are structured into a matrix where columns are
compounds and rows states of the system. A compound is activated in a state if the correspon-
ding cell in the matrix is checked (×). (b) Hierarchical clustering of states based on the Jaccard
and symmetric distances. The blue frame characterizes the main common cluster, associated
with the signature {b, c, g, i, l}. (c) Concept lattice derived from the matrix. The concept asso-
ciated with {d} is the red concept with objects {s2, s5, s6, s7, s8, s10}. These are the states for
which the compound d is activated according to the table. The dark blue concept is associated
with the signature {b, c, g, i, l}. It describes the family of six states for which the 5 compounds
in the signature are activated. We notice that no formal concept contains the family of 4 com-
pounds {b, c, i, l}. This means that the fifth compound g is always activated whenever the four
compounds b, c, i, l are activated. and it should be added to the signature. There are five light
blue concepts below the formal concept associated with {b, c, g, i, l}. They are called variants
and can be automatically identified using the lattice structure.

99



Part, Chapitre 4 – Signature complexe par analyse des connaissances

{s2, s3, s5, s6, s7, s9}. A follow-up manual analysis suggests that the system’s states are the states
for which the compounds {b, c, g, i, l} are simultaneously activated. On the contrary, the asso-
ciated formal concept lattice in Fig.4.3(c) provides an exhaustive view of all existing relations
between states and compounds. It contains 26 concepts corresponding to 26 subsets of objects
which exhibit similar characteristics across their associated subset of attributes. This enables
the reconstruction of associations. For instance, the red concept associated with {d} contains
states {s2, s5, s6, s7, s8, s10} : they are the states for which d is activated according to the table.
Similarily, the lattice shows that the formal concept associated with {b} (dark blue node in the
lattice) has {b, i, l, c, g} as set of attributes, which corresponds to the compounds identified above
by post-processing the result of the clustering methods. Because there does not exist a formal
concept (or node) with only {i} or {l}, this means that b, i and l cannot be distinguished accor-
ding to the relation provided by the table : they have similar columns. In the FCA formalism, we
have there attribute equivalences (b is equivalent to i which is equivalent to l) and implication
rules b, g, i, l =⇒ c and b, c, i, l =⇒ g. Such an information, which is highly valuable for the
study of dependencies in a network, cannot be obtained with clustering approaches and will be
exploited all along our study.

As shown in this example, the main advantage of the lattice structure is to gather an exhaus-
tive representation of the state families, and their inclusion relations, according to the activated
compounds they have in common : instead of using a strong statistical signal it rather explores
all dependencies between states and compounds, allowing these dependencies to be propagated
along the lattice in order to investigate the role of the deletion or the addition of an activated
compound in the clustering process.

4.4 Exploring the lattice of steady states according to biological
signatures of phenotypes

4.4.1 Refinement of signatures according to phenotype knowledge

As stated in the introduction, it is common to interpret the different attractors of a model
through one or several signatures, that is, sets of proteins or genes whose simultaneous activation
is interpreted as a characteristic of a particular phenotype. In the following, we will denote by
Sg = {v1, ..., vn} ⊂ V a phenotype signature, possibly provided by an expert.

A first added-value of FCA is to allow a systematic interpretation of the steady states with
respect to a signature Sg. As the signature Sg is a set of compounds, it can be associated to a
unique nearest concept in the lattice, that is, the formal concept whose set of attributes contains
all the biological compounds of Sg and is minimal with respect to this property. As an example,
let us assume that a phenotype is characterized by signature {b, c, i, l}. The lattice depicted
in Fig.4.3(c) highlights that the greatest formal concept which contains these compounds as
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attributes is {s2, s3, s5, s6, s7, s9}× {b, c, g, i, l}. This concept conveys two informations. First, it
points out to the six states that satisfy the signature. According to the notations introduced in
Sec. 2.2, these states correspond to {b, c, i, l}′ = {b, c, g, i, l}′. Second, it states that the activation
of the compound g occurs whenever the 4 biological compounds in the signature are activated.
These compounds correspond to {b, c, i, l}”. As a matter of interpretation, this suggests that a
refined signature, with the family of studied phenotypes (i.e., states), is {b, c, g, i, l}.

Based on this example, we define a refined signature of Sg according to the set of steady
states s to be the minimal set of attributes of the formal concept associated with Sg in the
lattice. With this definition, {b, c, g, i, l} is the refined signature of any sub-family of {b, c, g, i, l}
which does not appear itself in the lattice or in another super-concept of the refined signature
depicted in Fig.4.3(c). On the contrary, the refined signature of {c} is {c} itself, since the lattice
contains the concept {s2, s3, s4, s5, s6, s7, s9} × {c}.

4.4.2 Variants

As explained above, the signature of a phenotype is the set of master genes or proteins
characterizing this phenotype. Clearly, it may appear that several cells share the same master
genes -and thus have the same canonical phenotype- although they differ by other “minor"
(i.e. not master) components. Thus, the set of cells associated with a phenotype may contain
subclasses, characterized by a subset of minor components. They constitute variants of the
same canonical class. We extend the notion of refined signature to variants : we formally define
the variants of a signature to be sets of attributes associated with concepts that are smaller
than the concept associated with the refined signature and contain at least two states (to avoid
signatures specific of a single state).

In the example depicted in Fig.4.3(c) for instance, starting from the biological signature
{b, c, i, l}, we obtained the refined signature {b, c, g, i, l} , and this signature has five variants.
The formal concept {b, c, e, g, i, l}×{s3, s9} allows stating that {b, c, e, g, i, l} is the variant signa-
ture corresponding to the activated compounds shared by the states s3 and s9. Other variants are
provided by concepts {b, c, g, i, k, l}× {s2, s3}, {b, c, d, g, i, l}× {s2, s5, s6, s7}, {b, c, d, g, h, i, l}×
{s5, s6} and {b, c, d, f, g, i, j, l} × {s2, s5, s7}. This example illustrates that variants defined by
the FCA framework correspond to all combinations of minor components shared by several
phenotypes which satisfy the signature, and they eventually facilitate the understanding of the
role of these additional markers. In Fig.4.3(b), we computed the supervised classification obtai-
ned with UGPMA clustering based on two metrics, Jaccard and symmetric distance for the 10
considered states. As shown in this clustering, the main signature {b, c, e, g, i, l} can be easily
identified (blue frame) and is related to one specific node of those hierarchical trees. Variants
are the sub-clusters contained in this blue frame depicted by the nodes. We notice that three va-
riants are identified by both approaches : {b, c, e, g, i, l}×{s3, s9}, {b, c, d, g, i, l}×{s2, s5, s6, s7},
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{b, c, d, f, g, i, j, l} × {s2, s5, s7}. They are all variants/clusters found in the UGPMA clustering.
However, some variants like {b, c, g, i, k, l} × {s2, s3} and {b, c, d, g, h, i, l} × {s5, s6} can not be
recovered in the hierarchical clustering. This illustrates the impact of the metric used in hierar-
chical clustering in terms of interpretation and classification. FCA uses a combinatorial approach
rather than a statistical-based selection and performs a complete enumeration of possible va-
riants for a given phenotype (or signature).

4.4.3 Identifying hybrids of several phenotypes characterized by their signa-
tures

In this section, we will explain how FCA is suitable also for the analysis of sets of signatures.
We assume that the steady states reached from different simulation conditions correspond to
different canonical cell types, each associated with a biological signature characterized by master
genes or proteins. According to the definitions introduced in the previous sections, each biological
signature can be extended to a contextually-refined signature and can be enumerated.

One should notice that the definition of the refined-signature and the variants depend on the
simulation conditions of the network. It has been observed in several studies that by modifying
inputs (environments) and/or initial conditions, one may obtain steady states with more than one
master gene [101], and possibly hybrid steady states for which several master genes associated
with different cell-types signatures are activated. This corresponds to the concept of hybrid
cell types in the literature [116], [117]. For instance, [116] showed that a sub-population of
dendritic cells shared several surface markers with macrophages and appeared in the tumor
microenvironment.

We define hybrid concepts to be concepts which are variants of at least two different cell-type
signatures. We create a new hybrid cell type from two cell types t1 and t2 if and only if the
meet C1 ∧C2 of concepts C1 and C2, containing the refined signatures of t1 and t2, differs from
the smallest concept in the lattice (bottom). The signature of the hybrid cell-type is the set of
attributes of C1 ∧C2. By construction, all genes and proteins in the signature belong to both t1
and t2 signatures. This concept itself may have variants, which are variants common to t1 and
t2.

Fig.4.4 is an extension of the example shown in Fig.4.3. In this case, in addition to the cell-
type defined by signature {b, c, i, l}, we consider another cell-type characterized by signature
{d, j}. First, if we look at the UPGMA clustering [118], it appears that {d, j} (red frame) is
not identified by any of the metrics. Indeed, the steady state s8 is isolated. However, the lattice
shows that this second cell type has extended signature {d, f, j} (red concept), with one variant,
{b, c, d, f, g, i, j, l} (purple concept). Importantly, this variant is also a variant of the first cell-type
(blue concept). Therefore, both cell-types have an hybrid, with signature {b, c, d, f, g, i, j, l}. It
differs from cell type {d, j} by forcing the activation of {b, c, g, i, l} and from cell type {b, c, i, l}
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Figure 4.4 – Hybrid of two cell-types characterized by their signatures (a) A Boolean
matrix, the activated genes or proteins of the states of a Boolean network. A first phenotype
is characterized by the biological signature {b, c, i, l} (blue). Its refined signature is {b, c, g, i, l},
shared by states {s2, s3, s5, s6, s7, s9}. A second phenotype signature is characterized by {d, j}
(red). Its refined signature is {d, f, j}, shared by {s2, s5, s7, s8}. (b) Hierarchical clustering (ave-
rage linkage) obtained from 2 distance matrices computed from the binary table (Jaccard and
symmetric difference distance). The blue frame represents the set of states associated with the
first signature and the red frame the set of steady states associated with the second signature.
None of the metrics shows the link between s8 and {s2, s5, s7}. (c) Concept lattice associated
with the matrix according to FCA. The concept associated with signature {b, c, i, l} is in dark
blue,the concept associated with the second signature {d, j} is in red and the concept associated
with the hybrid is in purple.
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by forcing the activation of {d, f, j}. Interestingly, this cell-type has itself four variants which
have no common compound with the hybrid and are called canonical variants to the cell-type
{b, c, i, l}.

Together, the FCA framework allows the computation of all hybrid signatures for any fa-
mily of signatures. Note that given a number of cell types n, the number of their variants can
be exponential in n but the number of hybrids can be at most quadratic in n. In biological
applications, hybrids are expected to be scarce and therefore may be easily analyzed manually.

4.4.4 Implementation

We implemented a python package Foclass to compute the concept lattice associated with
a Boolean Network (available at https://github.com/mwery/Foclass). The Python package
takes as input a Boolean Network together with simulation conditions formatted as a GINsim
archive and a list of biological signatures provided as a text file. Those signatures are a set of
activated genes associated with a biological phenotype as in [101]. The aim of the pipeline is to
automatically classify all the steady states generated from the BN, according to the signatures
and using the FCA.

The ginsimToInputFile command computes steady states for a given Boolean network. To
that goal, the GINsim software (command line interface) computes all the steady states and the
script generates the resulting matrix crossing states and compounds (genes or proteins). Each
cell contains a Boolean value stating the presence of a compound in a state.

The analysisFCA command performs the FCA on the matrix : steady states are objects,
compounds are attributes, null values are empty cells. The list of concepts is computed with a
dedicated Python package and can be used to classify steady states. In order to improve the
performances of the algorithm, the computation focuses on the list of concepts and omits the lists
of relations within the lattice. This command analyses the set of formal concepts according to
the classification of signatures. The family of input signatures is extended based on the network
phenotypes provided by the GINSim simulation by selecting concepts with the smallest set
of compounds containing this signature. Concepts associated with hybrid phenotypes are then
listed, allowing for the classification of all steady states which either satisfy a single canonical
signature or belong to hybrid phenotypes. The full exploration of the set of formal concepts also
enables computing the number of variants – formal concepts that contain, at least, the signature
in their attributes – for canonical and hybrid signatures. When the numbers of objects is less or
equal than 300, the lattice can be drawn to show canonical and hybrid signatures.

104

https://github.com/mwery/Foclass


4.5. Application to Th cells differentiation - Exhaustive and automatic study of hybrid phenotypes

4.5 Application to Th cells differentiation - Exhaustive and au-
tomatic study of hybrid phenotypes

We evaluate our tool on the Th cell differentiation process. Indeed, this well studied differen-
tiation process generates a large number of different canonical cell types characterized by a (set
of) master genes, proteins, or markers which constitute the cell type signatures. The different
phenotypes have been proved to be associated with several conditions of simulations of logical
networks of various complexities. They therefore provide a relevant case-study to demonstrate
the added-value of FCA-based analyses.

4.5.1 Biological context

T helper cells are lymphocytes that mature in the thymus and play a central role in the adap-
tive immune system. There are several subsets of Th cells ; each type has been shown to express
different cytokine profiles driving different immune response. Three main canonical cell types
were first identified [119] : Th0 the naive form ; Th1 a pro-inflammatory type which expresses the
specific transcription factor T-bet and produces IFN-γ ; and Th2, involved in allergic responses,
which is induced by GATA3 expression and produces several interleukines (IL4, IL5). Over the
last decade, several additional Th subtypes have been discovered : regulatory T cells (Treg),
which depend on FOXP3 expression, and Th17 cells, induced by RORγT expression [120]. More
recently, three additional subsets have been characterized [121], [122]. Th9 is linked to PU.1 ex-
pression and can be differentiated both from Th2 with stimulation of TGFβ and from Th0 with
combination of TGFβ and IL-4. Th22 can be induced by stimulation of Th0 with TNF-α and
IL-6 which drive STAT3 expression. Finally, T follicular helper cells (TFH) depend on several
cytokine stimulations which cause BCL-6 expression.

4.5.2 Identification of variants in a small case study

Different models have been developed aiming at understanding the differentiation into each
Th type under microenvironment change, and particularly in Boolean or multilevel frame-
work [101], [102], [110]. As a first approach, [110] introduced a simplified model of the trans-
criptional regulatory network involved in the differentiation of CD4+ naive T lymphocyte (Th)
into Th1 or Th2, two active forms (Fig. 4.1(a)). Those two differentiated cell-types are triggered
by two master genes (transcriptional factors) : Tbet for Th1 and GATA3 for Th2 (Fig. 4.5(a)).
This network includes 12 Boolean internal components and one input component, IL12, which
represents the cellular environment and is known to induce the differentiation of Th0 into Th1
or Th2 (Fig. 4.1(a)). Dynamical simulations can be performed for each possible value of input
(IL12=0 and IL12=1) (Fig. 4.1(b)). They lead to that four different steady states, shown in Fig.
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Attributes : { }

sign

b)
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Figure 4.5 – Concept lattice associated with the small-scale network controlling
the differentiation of Lymphocyte T helper (Th). This network was described in Fig. 4.1
together with the four steady states reachable in two simulation conditions. (a) Definition of the
signature for each cell type. Th1 and Th2 are characterized by the expression of a single master
regulator. The signature of Th0 is empty since it reflects the absence of expressed protein. (b)
Concept lattice generated from the matrix with compounds (attributes) in blue frame and states
(objects) in orange frame. The two red hatched rectangles represent the two formal concepts
associated with the signatures of Th1 and Th2. The orange hatched rectangle shows the formal
concept associated with the variant of Th1.
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4.1(c) and in the associated concept lattice in Fig. 4.5(e). According to the lattice and the defini-
tions introduced in the previous section the original signature of Th1, {Tbet}, can be extended
by the refined signature {IFNγ, SocS1, Tbet}. In addition, this cell-type has a single variant,
associated with refined signature {IFNγ, SocS1, Tbet, IL12R, STAT4}. This is in agreement
with the biological role of the minor component STAT4 later confirmed in the literature. For
instance, Thieu et al showed that STAT4 is required during the differentiation process of Th1
in order to achieve a complete phenotype [123]. On the left side of the lattice, the cell type Th2
(GATA3), associated with a single steady state has the refined signature {GATA3, IL4, IL4R,
STAT6}.

4.5.3 Comparing the impact of different simulation conditions

Let us notice, however, that this network is no longer suitable to study the other subtypes
(Treg and Th17). Indeed, the two transcriptional factors that regulate Treg and Th17 (FOXP3
and RORγT) are not involved. Also, the network does not take into account the influence of
other external stimuli implied in Treg and Th17 regulation. A larger network was defined in
order to understand the role of the microenvironment [101]. More precisely, Naldi et al [101]
have integrated transcriptional pathways to enrich the model of Th differentiation. The exten-
ded model encompasses 65 components and is controlled by 13 inputs representing external
environmental stimuli (see Fig. 4.6(a)). In their study, the authors tested several input com-
binations (see Fig. 4.6(b)) and evidenced that the dynamical simulations generated 38 steady
states (see Fig. 4.6(d) - Condition 1). For each phenotype (cell type) a signature was introduced
corresponding to the expression of one master regulator of the network (Tbet, GATA3, FOXP3
or RORγT for, respectively, Th1, Th2, Treg and Th17) (Fig. 4.6(c)). Moreover, the authors
set up the initial state which represents the Th0 type. One of the main results of Naldi et
al.’s publication was a classification table for the steady states of the system which was derived
from the pre-determined signatures. With the table, subtypes of Th cells were introduced and
characterized by sub-patterns of expressed proteins.

Our methods and tool allowed us to perform several simulations of Naldi’s network [101].
First, we used the input conditions introduced in [101] (8 environment conditions described in
Fig. 4.6(b)) and generated the 37 steady states that can be reached from the Th0 initial state.
The lattice generated by the FCA contained 59 concepts (Fig. 4.7). Among them, we checked
that all hybrids identified in [101] effectively corresponded to a hybrid concept as defined in our
formalism. As expected and shown in Fig. 4.6(e), the 38 steady states could all be automatically
characterized to satisfy either a canonical signature (4 steady states for Th0, 12 steady states
for Th1, 6 steady states for Th2, 1 steady state for Th17 and 1 steady state for Treg) or a
hybrid signature (4 steady states for Th1-Th17, 1 steady state for Th1-Treg, 3 steady states for
Th2-Th17, 2 steady states for Th17-Treg, 2 steady states for Th1-Th17-Treg and 1 steady state
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a)

c)
b)

d)

Figure 4.6 – Network controlling the differentiation of Lymphocyte T helper (Th)
with the input environments used for the dynamics simulation and the signatures
for the classification. Those data were described in [101]. (a) Reduced network of the diffe-
rentiation of Th (35 components). Gray nodes correspond to internal compounds and green to
the 13 inputs components. Activation regulations are represented with green arrows and indirect
interactions resulting from the reduction are dotted arrows. Inhibitions are represented with red
arrows. (b) Configuration of the input conditions used during simulation. Each row corresponds
to one combination of inputs used for the simulation. (c) Initial signature for each cell type. Each
row corresponds to one signature with the expression of one master regulators. The signature of
Th0 is empty. However, some components in the system might be expressed. (d) Summary for
the comparison of different simulation conditions of the network.

108



4.5. Application to Th cells differentiation - Exhaustive and automatic study of hybrid phenotypes

IL
1

2
R

IL
2

R
A

IF
N

g

IL
1

2

IL
4

IL
1

0

IL
2

1

IL
2

3

T
G

F
b

T
b
e
t

G
A

T
A

3

F
O

X
P
3

N
F
A

T

S
T
A

T
1

S
T
A

T
3

S
T
A

T
4

S
T
A

T
5

S
T
A

T
6

p
ro

lif

R
O

R
G

T

IL
1

7

Th0

Th1

Th2

Th17

Treg

Th1 -Th17

Th1 - Treg

Th2 - Th17

Th17 -Treg

Th1 - Th17

- Treg

Th2 - Th17

- Treg

Th2 - Treg

{
{

4

12

6

1

1

4 4

1 2

3 2

2

2 5

1 4

1

Canonical

Hybrid

New Hybrid{

e)

#
 c

la
ss

i�

e
d
 S

S
 f

ro
m

 

co
n
d
it

io
n
 1

 

#
 n

e
w

 c
la

ss
i�

e
d
 S

S
 

fr
o
m

 c
o
n
d
it

io
n
 2

Figure 4.6 – Network controlling the differentiation of Lymphocyte T helper (Th)
with the input environments used for the dynamics simulation and the signatures
for the classification. (e) Comparison between the classified steady states from condition 1
(blue) and condition 2 (purple) of the network controlling the differentiation of Lymphocyte T
helper (Th)
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for Th2-Th17-Treg).

In order to study the influence of initial conditions on results, we simulated the network
with the same input conditions (8 environmental stimuli) but by relaxing the constrain on the
Th0 initial state and allowing any state to be considered as an initial state. This novel simula-
tion condition generated 55 steady states (Fig.4.6(d) - Condition 2), whose analysis produced
the concept lattice shown in Fig. 4.8. This lattice contained 116 formal concepts, illustrating
the strong dependence of this type of study on the conditions of network simulation and the
increasing complexity of studying it because the signature compounds are drowned in the entire
lattice. Interestingly, in comparison with the previous simulation, almost all 17 additional steady
states are associated with an already known hybrid class (Purple lines in Fig. 4.6(e)) : 4 novel
steady states are associated with the hybrid cell type Th1-Th17, 2 with the hybrid cell-type
Th1-Treg, 2 with the hybrid cell-type Th2-Th17, 5 with the hybrid Th1-Treg-Th17 and finallly
4 novel steady states with the hybrid cell-type Th2-Treg-Th17.

In contrast, one steady state could not be classified according to these canonical and hybrid
cell-types. Based on our analysis, the hybrid type (Th2-Treg) is required to explain the data
whereas there was no steady state associated with this phenotype in Naldi’s work. Our prediction
of this new hybrid has been in fact validated in the literature : Wang et al [124] worked on
the role of GATA3 in the regulation of Treg function. The authors showed that the deletion
of GATA3 expression induced an inflammatory disorder in mice with a decrease in FOXP3
expression. They also described that GATA3 can bind to a specific DNA sequence in the FOXP3
locus in the Treg cells. Our framework enables to understand better when this Th2-like Treg
may occur. According to the simulations, this new hybrid phenotype appears only when the
microenvironment is defined as pro-Th2, with activated APC, IL6 and IL4 input components.

A robust characterization of phenotypes

Comparing the two former simulation conditions highlights that extending the possibilities
of initial states may have a large impact on the number of steady states and therefore on the
lattice size, but it is only a low level vision of the cell behaviour. The number of hybrid for
the other simulation condition does not change much : it increases only by 1 in our case. To
push forward this idea and test the scalability of our method, we relaxed all the environmental
conditions of [101] and simulated the network according to any initial state and any value for the
environmental variables. This generated a family of 435 steady states (Fig. 4.6(d) - Condition
3). In this situation, the concept lattice contains 789 formal concepts. The graph is too large for
being visualized with the graphviz package used in our method and we do not provide a figure for
this lattice. However, our method evidenced that the numbers of canonical and hybrid classes
remain the same as in the previous simulation, that is, 5 canonical classes and still 7 hybrid
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classes. This demonstrates that our method is robust to the study of large environments and it
allows to certify that all possible behaviors in terms of variants were described in the previous
simulations.
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Figure 4.7 – Lattice associated with a simulation of the network depicted in Fig. 4.6
with Th0 as initial state The lattice is built with the 37 steady states obtained by simulating
8 different input environments with Th0 as initial state. Each node corresponds to a concept (59
nodes). Each edge represents the inclusion relation between two sets of states or components of
the concepts. The five concepts associated with canonical signatures (plain) and the 6 concepts
associated with hybrid signatures (gradient) are depicted in bold.

4.5.4 Classifying variants according to hybrids cell-types

Although the former analysis evidenced that the number of hybrid is relatively constant with
respect to the simulation conditions of a Boolean network, the number of variants depends on the
number of formal concepts and therefore may be intractable when either the simulation condi-
tions or the number of components of the network increase. To address this issue, we advocate
the use of hybrids as a way to classify variants. Fig. 4.9 details the classification of steady states
for the simulation of Naldi’s network [101] according to 8 stimuli/environmental conditions and
Th0 as initial condition. In Fig. 4.9(a), the different variants are classified according to the few

111



Part, Chapitre 4 – Signature complexe par analyse des connaissances

WT5WT6 WT8

WT11

IL17

WT12

WT24

WT29

STAT4

WT52 WT54

WT2 WT4 WT7

WT14

WT27 WT43 WT47WT49WT53 WT55

WT1 WT3

WT13 WT23

WT42 WT46WT48WT21WT22

WT31

WT9 WT39

IFNG

WT41 WT45WT51

WT30

IL2

WT28

IL4

WT18 WT50WT40 WT44

WT17

WT19 WT20

STAT1

WT16 WT10

WT36

WT26

STAT5

WT15

TGFB

WT35

GATA3

FOXP3

WT32

STAT6

WT38

IL10 IL21 IL23

WT25

RORGT

WT37

TBET

STAT3

WT34

proliferation IL2RA NFAT

WT33

Figure 4.8 – Lattice associated with a simulation of the network depicted in Fig. 4.6
with all possible values of internal genes or proteins as initial state. The lattice is built
according to the 55 steady states obtained by simulating 8 different input environments with all
possible values of internal genes or proteins as initial state. It contains 116 nodes. In comparison
with the lattice shown in Fig. 4.7, we notice that the number of concepts has nearly doubled,
concepts associated with canonical (plain) and hybrid phenotypes (gradient) are rather stable,
since a unique additional hybrid concept is created in the lattice (red frame).
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canonical or hybrid concepts they are linked to. For instance, the formal concept associated with
Th1 signature (TBET) has 37 variants. Among them, two variants are hybrid nodes associated
with Th1-Th17, Th1-Treg and Th1-Th17-TReg. 11 of the Th1 variants are actually Th1-T17
variants. 3 of the variants are Th1-Treg variants. Among them, 3 variants constitute the hybrid
Th1-Th17-Treg and its variants. This analysis highlights that canonical concepts and hybrids
allow the lattice to be decomposed into classes of variants such that each variant which is nei-
ther a hybrid nor a canonical concept belongs to a single class. Fig. 4.9(b) provides a synthetic
representation of the variant classes and the global structure between them.

4.6 Discussion

Data obtained from “omics" technologies provide a description of cellular compounds (gene,
RNA, protein). Systems biology is based on this knowledge in order to analyze the dynamical
behavior (phenotype) of the system in different conditions (specific environment or even muta-
tions). When the number of simulation conditions increases, a major bottleneck of these analyses
is the classification of the flood of steady states generated during the network simulation. Indeed,
the main issue is that the system behavior is modeled by several phenotypes, each characterized
by a few master regulators (genes, proteins or markers...). Distinguishing the activation of one
or several master regulators in a large family of system’s states is beyond the reach for standard
clustering methods which are all subject to bias induced by their clustering metric.

To overcome this limitation, we promote the use of Formal Concept Analysis, a symbolic
bi-clustering approach used in knowledge discovery and data mining. Our study suggests that
FCA is accurate not only to extend expert-based signature according to the dependencies carried
by the network dynamics, but also to automatically identify hybrid phenotypes associated with
several signatures, together with initial conditions that may lead to new hybrid phenotypes.
In addition, thanks to the hierarchy carried by the lattice structure of formal concepts, all
the variants of canonical and hybrid phenotypes can be sorted in order to illustrate, for each
phenotype, the role of biological compounds which are involved in signatures although they
are not master genes. Such a distinction between master regulator and secondary regulator in
signature was especially introduced in [98] ; our method may provide a structure to systematically
investigate the role of secondary master regulators in variant phenotypes.

To illustrate our approach, we studied several Boolean models for the gene regulatory system
controlling the differentiation of LTh [101], [110]. The identification of proteins involved in the
transition from one phenotype to another are fully studied in cell plasticity or development of
target therapy. In [101], the authors have specified one initial state for each simulation, the Th0
type because it is the naive, inactivated form of LTh. Several input sets have been used showing
the microenvironment implication in the choice of sub-type differentiation. Our method resulted
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Figure 4.9 – Analysis of the classification and identification of the hybrid classes
based on the steady states generated from the condition 1 in Fig. 4.6(d) (a) Lattice
with each canonical class in plain color (Th1 ,Th2 ,Th17,Treg and hybrids classes. (b) Relation
between each class based on the lattice. Each plain block is the sub-lattice of a canonical class.
Each dashed block is the sub-lattice of a hybrid class. The nodes in blocks are the variants
associated to the class.
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in the same association of steady states according to the different subtypes of LTh as in [101],
[110]. The classification in [101], [110] was done manually which needed to classify one steady
state at a time. But in our approach, all steady states are taken in one time. Moreover, by relaxing
the constraints of the stimuli conditions and the simulation initiation, we have rationalized and
systematized the study of phenotypes and evidenced that a new hybrid should be added to the
family of considered phenotypes to complete the set of possible subtypes of the system.

The first limitation of our method is related to performance when the Boolean Network’s size
increases. In terms of complexity, the number of formal concepts increases exponentially with
respect to the number of objects (here, model steady-states) or attributes (model nodes). The
computation of the lattice structure (subconcept-superconcept relation) is also computationally
demanding, but we use this information only at the very last step of our workflow when compu-
ting the subgraphs associated with each signature. Thanks to this strategy of strictly limiting
the computation of the lattice structure, our approach scaled to the study of all steady states on
the full network from [101] (65 nodes with 24,267 steady states). Anyway, when too large, the
number of steady-states or nodes of the model is a limitation for this method. Some specialized
tools such as In-close 1 are helpful to handle a larger amounts of concepts.

Another level of complexity is related to the reachability properties. Dynamical simulations
are performed given an initial state and some inputs, in order to identify reachable steady
states and attractors. For instance, in [101], the initial configuration is required to study the
plasticity of Th cell types after the classification of all steady states according to phenotypes’
signatures. It provides a very useful information about which combinations of initial states and
input components lead to a specific phenotype. With our method, the Th2-Treg hybrid class
shown in Fig.6(e), was not identified in the seminal paper because it is generated only when the
initial input is pro-Th2 and the initial state is different from Th0, which was not tested in [101].
However, our method is only able to store this information if the search space is constrained
enough, as in [101]. Addressing this issue will require for instance to develop technics based
on model-checking for the identification of initial configurations leading to any steady states.
When the initial state information is not needed, the sole identification of steady-states is less
computationally demanding.

A second limitation of this method is to define the signature considering only the presence
(activation) of biological components. Clearly, signatures of phenotypes may also consist in
the inactivation of some biological components, always missing in the concepts associated to
canonical signatures. For instance, in [98], the Th1 signature is defined by the inactivation of all
the master regulators but the secreted cytokines (IL4 and IL17). The reason of limiting signatures
definition to activated components is the fact that FCA generates the concepts according to the
presence of attributes shared by objects. A strategy to overcome this issue is to expand the matrix

1. https://sourceforge.net/projects/inclose/
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used as input for FCA by duplicating each attribute (compound) v in v, not v with the implicit
constraint that exactly one of them is present at a time : v + not v = 1. A complementary
enrichment of the method could be to take into account continuous – or at least multiple –
values, either derived from differential equations modelling, or corresponding to biological data
with samples as object and the gene/protein as attribute. This extension could be done be
relying on FCA tools that handle numerical tables.

Our method has been developed for the analysis of steady states. As described in Sec. 4.3.1,
Boolean Networks also generate cyclic attractors, describing oscillations through several states of
the system. An interesting extension is to consider these cyclic attractors, and associate to them
one or several signatures. The identification of cyclic attractors is not an easy task. Moreover,
they are composed of a -possibly very large- set of states, and it is not always obvious to express
them in a compact way. To cope with these difficulties, some strategies are possible. Usually, we
try to express the cyclic attractors by one or several "schemes". They are defined with abstract
states with constant components (meaning that all the states gathered in the scheme have this
component fixed to the same value, 0 or 1), and cycling components. If the stabilized components
match a signature, we may associate this signature to the attractor.

Finally this method provides a way to measure to what extend a perturbation of the model
(i.e. a mutation simulated by blocking a node to value 0 or 1) affects the system. Indeed, we
can compare the signatures of the stable states obtained in the wild-type and a mutant model.
Considering the mutation of a node of the network, its impact may be measured through a sort of
robustness, depending on if the attractors obtained in the mutant model are assigned to the same
phenotypes/signatures as the attractors of the wild-type (although different). Hence, a mutation
may affect the dynamics in terms of loss or gain of phenotypes, loss or gain of reachability,
etc...(e.g., loss of tumors suppressor in cancer cells. The impact of mutations on biological
systems represented with logical networks was highlighted for instance in [98], [100]). Intuitively,
we expect that the mutation of a master gene regulator in the signature of a phenotype will
strongly impact the model. The definition of signatures in the context of gene deletion or ectopic
still deserves to be further studied. A perspective is to formally model the effect of a perturbation
as an operation over the concept lattice. The approach would require to compute the steady-
states for the wild-type model and all the perturbed models to consider (for instance, models
perturbed with at most two knock-out or ectopic perturbations). The modelling issue would then
be to figure out how signature and hybrid can be defined on formal concepts of this extended
set of steady-states, by taking into account the type of perturbations that was performed to
generate the considered steady states.
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En conclusion, la méthode présentée permet une classification automatique des états stables
générés à partir d’un réseau booléen. Cette classification est réalisée par analyse par concept
formel et se base sur l’activation de certains noeuds, définis comme une signature pour chaque
phénotype. De plus, elle permet l’identification de nouveaux phénotypes hybrides des lympho-
cytes T. En complément de cette classification, les signatures des phénotypes sont enrichies grâce
aux dépendances de régulation du système. Les éléments supplémentaires peuvent jouer un rôle
causal dans l’expression des entités constituant la signature et tout comme le comportement que
va prendre le système biologique.
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CONCLUSION & PERSPECTIVES

I Conclusion

En conclusion de ce travail de recherche, plusieurs contributions ont été apportées dans le
but de proposer une nouvelle classification des entités (individus et états stables). De plus, la
recherche de causalité dans les données -omiques et les connaissances favoriserait, à plus long
terme, le développement de nouvelles cibles thérapeutiques.

La première contribution concerne des connaissances générales de la biologie médicale. Plu-
sieurs types de signatures ont été recensés et ces catégories sont spécifiques à des comparaisons
de populations et d’analyses statistiques.

Les contributions méthodologiques que nous avons produites sont les suivantes.
Dans le chapitre 2, nous avons introduit une méthode utilisant les technologies du Web

sémantique (RDF) pour structurer et stocker des données -omiques. Elle vise à être la plus gé-
nérique possible et permettre l’intégration d’autres couches -omiques dans le futur. La structure
n’est pas uniquement orientée sur le patient mais aussi sur le gène. Le chapitre 3 présente une
requête SPARQL complexe qui a été construite à partir d’une définition formelle. Le temps de
calcul a été amélioré en passant d’une requête linéaire à une division en 2 sous-requêtes. Le fil-
trage se basant sur un premier ensemble de contraintes a permis l’optimisation de l’interrogation
de ce triplestore.

Par ailleurs, dans le chapitre 4, nous présentons une méthode qui classe automatiquement des
états stables en combinant l’analyse par concept formel (FCA) avec la dynamique d’un réseau
booléen biologique. L’intérêt de la classification par FCA, comparée aux analyses classiques
de clustering non supervisé, est qu’il s’agit d’une approche exhaustive. En effet, les concepts
représentent l’ensemble des classifications possibles alors que les approches classiques comme le
clustering hiérarchique ne proposent qu’un seul classement où chaque élément ne peut appartenir
qu’à un seul cluster. C’est grâce à cet aspect que les classes hybrides ont pu être obtenues en
FCA et pas en clustering hiérarchique.

Enfin, la principale contribution au domaine de la bioinformatique que nous avons produite
est une approche automatique pour individualiser les données -omiques d’une étude clinique.
Dans la continuité du chapitre 2, nous avons défini au chapitre 3 de manière formelle le concept
d’expression Individually-Consistent Trait Loci (eICTLs) en combinant des données -omiques
hétérogènes. Ces éléments identifient un lien de causalité potentiel entre la génomique et la
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transcriptomique et réduisent la dimensionnalité des données -omiques classiques. Ces entités
sont identifiées comme étant spécifiques à certains patients. Plusieurs entités pourraient être
partagées par un sous-ensemble de patients.

Une autre contribution bioinformatique, présentée au chapitre 4, est une définition formelle
d’une signature phénotypique dans un contexte de réseau booléen. De plus, la classification
automatique des états stables a mis en évidence des variants, qui sont des dérivés des signatures
canoniques, et des phénotypes hybrides qui sont des cas particuliers de variants.

De la même manière que pour le chapitre 4, la FCA pourrait être utilisée pour identifier
des groupes d’eICTLs partagés par plusieurs patients et qui pourrait être une signature causale
potentielle pour cet ensemble de patients.

Le SLE est connu comme étant une maladie hétérogène dans ses symptômes mais aussi
complexe dans ses mécanismes d’apparition. Toutes les analyses classiques ont identifié des
signatures composées principalement de gènes liés aux interférons (IFN). Comme l’a montré le
chapitre 1, l’utilisation des critères cliniques comme critères de stratification ne permet pas de
calculer des signatures fiables. La recherche de eICTLs permet l’identification de signaux faibles
associés au SLE et spécifiques à certains patients. A terme, ces éléments peuvent être regroupés
en sous-ensembles qui caractérisent des groupes de patients. En utilisant la même approche de
classification qu’au chapitre 4, la FCA énumérerait tous les concepts pour lesquels un ensemble
de eICTLs caractérisent un ensemble de patients. Ces différents regroupements pourraient être
des signatures causales pathologiques du SLE et servir comme nouvelle stratification des patients
SLE. Des éléments de ces signatures pourraient être utilisés à long terme comme de nouvelles
cibles thérapeutiques.

II Perspectives

II.i Identifier des influences causales indirectes

La définition présentée dans le chapitre 3 permet d’extraire une influence directe entre la
présence d’un SNP est la variation d’expression de son gène.

Cependant cette influence peut être éloignée, indirecte et ce pour diverses raisons. Soit le
SNP n’est pas dans la séquence définie pour le gène, soit il peut s’agir d’un SNP ayant une
influence sur un autre gène. Dans ce cas, ce lien ne se ferait pas sur l’expression de ce deuxième
gène mais sur sa fonction par exemple ou son repliement.

Les maladies auto-immunes sont définies comme des maladies multi-factorielles. Autrement
dit, leur déclenchement serait du au cumul de plusieurs facteurs. Ce phénomène cumulatif peut
se retrouver aussi dans la recherche des liens indirects où l’interaction de deux SNPs peut influen-
cer l’expression d’un gène. Deux types de combinaisons peuvent être envisagés et sont décrits
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dans la figure 4.10.
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Figure 4.10 – Représentation schématique des conditions pour l’identification des influences indi-
rectes candidates. (a) La condition est qu’au moins un SNP (SNP 1 OR SNP 2) soit présent sur l’un des deux
gènes pour entraîner la diminution de l’expression du gène 1 par rapport à la population contrôle. (b) La condition
est que les deux SNPs (SNP 1 AND SNP 2) soient présents sur les deux gènes pour entraîner la diminution de
l’expression du gène 1 par rapport à la population contrôle.

La première combinaison est représentée par une porte logique OU. Concrètement, il existe
deux SNPs : SNP 1 est localisé sur le gène 1 et SNP 2 est localisé sur le gène 2. Lorsqu’au moins
un des deux SNPs est présent, cela a une influence sur l’expression du gène 1. On parlera alors
d’influence dominante.

La seconde combinaison est caractérisée par une porte logique ET. En gardant la description
des deux SNPs, il est nécessaire que les 2 SNPs soient présents pour observer une variation de
l’expression du gène 1. Dans ce cas, il s’agit d’une influence récessive.

La recherche de ces influences indirectes serait possible par l’interrogation du triplestore via
la construction de requêtes SPARQL. Cependant, les premiers essais de ce type de requêtes
n’ont pas réussi le passage à l’échelle. En effet, rechercher ces liens indirects va drastiquement
augmenter l’espace des recherches. Une première optimisation a été tentée afin de n’interroger
que les SNPs qui étaient sur les mêmes chromosomes mais le temps de calcul restait beaucoup
trop long. D’autres pistes seraient d’ajouter des contraintes sur les requêtes ou d’optimiser la
structure de celles-ci.
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II.ii Enrichissement du modèle transomique par intégration d’autres données

Intégration d’autres données -omiques de patients - Dans le cadre de la thèse, des
données de génotypage et de transcriptomique étaient mises à disposition. Dans l’IMI PRE-
CISESADS, des données de métabolomique ont aussi été mesurées. Le modèle proposé dans
le chapitre 2 pourrait être étendu afin d’intégrer ce type de données mais aussi des données
de protéomique par exemple. A plus long terme, il pourrait être suffisamment complexe pour
intégrer tous les types de données. Le schéma RDF évoluerait en même temps que de nouvelles
couches seraient intégrées, mais l’alimentation centrée sur le patient n’aurait que peu ou pas de
changement. Ce modèle plus complet permettrait l’exploration de l’ensemble des données que
la technologie actuelle et future peut nous offrir. Cela aura pour conséquence d’augmenter les
connexions entre les couches -omiques mais aussi de diversifier les questions biologiques associées
à ce modèle. Son interrogation va complexifier les requêtes SPARQL mais pourrait optimiser le
temps d’exécution. En effet, de nouvelles contraintes vont s’ajouter pour chaque couche.

Intégration de connaissance - Les connaissances contenues dans les bases de données ex-
ternes comme KEGG, REACTOME ou Uniprot apporteraient des informations importantes
sur la fonctionnalité des gènes. Il n’est bien sûr pas envisageable d’intégrer localement toutes
ses bases de données. De nombreuses bases sont désormais accessibles sous forme de triples-
tore. L’utilisation de requêtes fédérées va permettre l’interrogation de ces bases de données.
Les connaissances extraites seront ajoutés sous forme de nouvelles contraintes pour les requêtes
locales.

Intégration de données issues du single-cell - L’évolution de la technologie en biologie a
conduit à la mesure des différentes couches -omiques à l’échelle de la cellule (single-cell). Ainsi,
lors de ce type d’analyse, les mesures sont faites pour chaque individu et pour chaque cellule.

L’intégration de ce type de données dans le schéma ne va pas beaucoup changer sa structure
générale. En effet, une seule entité sera ajoutée, celle du type cellulaire. En revanche, l’alimenta-
tion et l’interrogation de ce nouveau modèle subirait de plus grands changements. Tout d’abord,
le fait de discrétiser les données d’expression poserait la question de la référence. L’intervalle
de référence serait-il calculé par rapport à tous les types cellulaires des individus sains ou par
type cellulaire chez les individus sains ? Ensuite, la recherche des eICTLs serait-elle possible si
les données ne sont plus spécifiques qu’aux patients ? Enfin, pourrait-on combiner des données
issues d’analyses single-cell avec des études plus classique ?

II.iii Combiner les signatures transomiques et les analyses des connaissances

Les chapitres 2 et 4 présentent deux méthodes différentes pour permettre l’identification de
causalité entre plusieurs entités. La première est basée sur une analyse par raisonnement sur les
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données et les liens qui existent entre elles. La seconde réalise une analyse sur les connaissances
des interactions entre les éléments biologiques.

Lors de cette thèse, une autre approche a été envisagée afin de combiner l’utilisation des
données avec les réseaux de régulation de gènes tout en gardant l’aspect centré sur le patient.
L’hypothèse est qu’une signature dépend de caractéristiques spécifiques aux individus ainsi que
de dépendances liées aux régulations biologiques.

L’objectif général était d’utiliser un même réseau biologique pour tous puis de l’individuali-
ser par patient. L’ensemble des eICTLs spécifiques d’un individu serait appliqué au système en
définissant l’état initial du réseau. Par exemple, pour un patient et un gène donné, si le patient
possède un SNP sur le gène et que l’expression du gène a pour valeur -1 alors la valeur du gène
dans le réseau du patient est fixée à -1. En revanche si le gène ne possède pas de SNP ou si la
valeur d’expression est de 0, la valeur du noeud n’est pas fixée. En appliquant le principe des
ensembles minimaux d’intervention (MIS), certains noeuds du réseau vont trouver leur valeur
fixée en plus des eICTLs . La simulation dynamique du système propage le signal jusqu’à at-
teindre un état stable reflétant les expressions des gènes de ce même individu. Pour réaliser cette
approche, le logiciel Caspo, et plus particulièrement sa fonction control, identifierait ces noeuds
supplémentaires fixés. Ces derniers permettraient ainsi d’expliquer les expressions observées en
fonction des eICTLs et ce pour chaque individu. Ces éléments seraient aussi utilisés pour définir
un ensemble de causes possibles pour chaque individu. Ceci amène à la définition d’une signature
comme étant l’ensemble des interventions communes à plusieurs individus.

Plusieurs limites relatives au réseau utilisé sont apparues, ne me permettant pas de poursuivre
cette approche pour le moment. Au vu des données disponibles, l’outil nécessite un réseau qui
soit booléen et qui contienne suffisamment de noeuds pour être exploitable. Cette méthode se
voulant la plus généraliste possible, l’extraction du réseau devait se faire sans a priori à partir
d’une liste de gènes différentiellement exprimés dans des bases de données déjà existantes comme
PathwayCommons. Plusieurs biais existent dans l’utilisation des bases de données. Tout d’abord,
beaucoup de gènes ne sont pas retrouvés car les identifiants utilisés ne sont pas forcément les
mêmes dans toutes les bases de données. Ensuite, certains gènes et voies sont plus étudiés que
d’autres et cela se ressent lors de l’extraction, puisque ces éléments sont beaucoup plus annotés,
reliés. Enfin, même si l’extraction est une réussite, il faut apprendre les règles logiques pour
chacun de ces noeuds. Or, cet apprentissage est compliqué car peu de bases de données annotent
ce type d’information et l’extraction de ces règles par une analyse bibliographique est une étape
très contraignante.

II.iv Recherche des eICTLs dans une autre maladie complexe : le cancer

Le modèle transomique a été appliqué à une maladie auto-immune complexe, le SLE. D’autres
types de pathologie peuvent être pris en compte à partir du moment où les données disponibles
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sont du même type.
L’interrogation du modèle pour la recherche des eICTLs peut aussi être transposable à ces

pathologies. Cependant, il existe un cas particulier pour lequel la définition des eICTLs s’ap-
plique difficilement. Il s’agit du cancer. L’identification de couples SNP-gène dans un contexte
pathologique permettrait d’obtenir une signature contenant des éléments pouvant être liés à la
cause de la pathologie.

L’hypothèse avancée est que les mutations sont présentes avant le déclenchement de la pa-
thologie et entraîne à long terme le dysfonctionnement cellulaire. Les cellules cancéreuses sont
caractérisées par une prolifération anarchique. Cela entraîne une instabilité génétique ayant pour
conséquence la génération de mutation au cours de la progression tumorale. Dans ce cas, les mu-
tations ne sont plus considérées uniquement comme de potentielles causes de la maladie mais
aussi comme des conséquences.

Deux options sont donc envisagées pour pallier ce problème. Soit la méthode ne peut s’ap-
pliquer aux études cancéreuses, soit il faut considérer que les eICTLs candidats sont un mélange
de causes et de facteurs d’aggravation de la pathologie. Une expertise serait donc nécessaire afin
de différencier ces deux états.
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Titre : Identification de signature causale pathologique par intégration de données multi-omiques

Mot clés : signature causale, données omiques, intégration, réseau biologique

Résumé : Le lupus systémique erythémateux est
un exemple de maladie complexe, hétérogène et
multi-factorielle. L’identification de signature pou-
vant expliquer la cause d’une maladie est un en-
jeu important pour la stratification des patients.
De plus, les analyses statistiques classiques s’ap-
pliquent difficilement quand les populations d’in-
térêt sont hétérogènes et ne permettent pas de
mettre en évidence la cause. Cette thèse pré-
sente donc deux méthodes permettant de ré-
pondre à cette problématique. Tout d’abord, un mo-
dèle transomique est décrit pour structurer l’en-
semble des données omiques en utilisant le Web
sémantique (RDF). Son alimentation repose sur
une analyse à l’échelle du patient. L’interrogation
de ce modèle sous forme d’une requête SPARQL
a permis l’identification d’expression Individually-

Consistent Trait Loci (eICTLs). Il s’agit d’une as-
sociation par raisonnement d’un couple SNP-gène
pour lequel la présence d’un SNP influence la va-
riation d’expression du gène. Ces éléments ont
permis de réduire la dimensionalité des données
omiques et présentent un apport plus informatif
que les données de génomique. Cette première
méthode se base uniquement sur l’utilisation des
données omiques. Ensuite, la deuxième méthode
repose sur la dépendance entre les régulations
existante dans les réseaux biologiques. En com-
binant la dynamique des systèmes biologiques et
l’analyse par concept formel, les états stables gé-
nérés sont automatiquement classés. Cette clas-
sification a permis d’enrichir des signatures biolo-
giques, caractéristique de phénotype. De plus, de
nouveaux phénotypes hybrides ont été identifiés.

Title: Identification of causal pathologic signature by multi-omic data integration

Keywords: causal signature, omics data, integration, biological network

Abstract: Systematic erythematosus lupus is an
example of a complex, heterogeneous and mul-
tifactorial disease. The identification of signature
that can explain the cause of a disease remains
an important challenge for the stratification of pa-
tients. Classic statistical analysis can hardly be
applied when population of interest are heteroge-
neous and they do not highlight the cause. This
thesis presents two methods that answer those is-
sues. First, a transomic model is described in or-
der to structure all the omic data, using semantic
Web (RDF). Its supplying is based on a patient-
centric approach. SPARQL query interrogates this
model and allow the identification of expression
Individually-Consistent Trait Loci (eICTLs). It a rea-

soning association between a SNP and a gene
whose the presence of the SNP impact the vari-
ation of its gene expression. Those elements pro-
vide a reduction of omics data dimension and show
a more informative contribution than genomic data.
This first method are omics data-driven. Then, the
second method is based on the existing regulation
dependancies in biological networks. By combining
the dynamic of biological system with the formal
concept analysis, the generated stable states are
automatically classified. This classification enables
the enrichment of biological signature, which car-
acterised a phenotype. Moreover, new hybrid phe-
notype is identified.
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