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2.2 Modèle DeepPose . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 39
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scénarios et points de vue . . . . . . . . . . . . . . . . . . . . . . . . . 54
2.17 Exemples d’augmentation de données, utilisées lors de l’apprentissage,

sur l’ensemble de données MPI-INF-3DHP . . . . . . . . . . . . . . . . 55
2.18 Exemples d’augmentation de données, utilisées lors de l’apprentissage,

sur l’ensemble de données MPI-INF-3DHP . . . . . . . . . . . . . . . . 55
2.19 Images de l’ensemble de données CMU Panoptic . . . . . . . . . . . . . 56
2.20 Images de l’ensemble de données MuCo-3DHP . . . . . . . . . . . . . . 57
2.21 Images de l’ensemble de données MuPoTS-3D . . . . . . . . . . . . . . 57
2.22 Images de l’ensemble de données JTA . . . . . . . . . . . . . . . . . . . 58
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Introduction

Contexte et motivation

Les humains sont très performants pour reconnâıtre d’autres humains et comprendre
et analyser leur comportement. Cette perception humaine repose principalement sur
des observations visuelles et leur interprétation. Par conséquent, développer des algo-
rithmes capables de comprendre le comportement humain est l’un des plus grands défis
de l’Intelligence Artificielle. Il s’agit de comprendre l’activité réalisée par un humain à
partir d’une séquence d’images. La plupart des approches récentes de l’état de l’art de
reconnaissances d’activités reposent sur l’utilisation de réseaux de neurones convolutifs
profonds Carreira et Zisserman [2017]; Hara et collab. [2018]; Tran et collab.
[2018]. Néanmoins, Weinzaepfel et Rogez [2019] montrent que ces méthodes ont
tendance à plus se focaliser sur le contexte de la vidéo plus que sur les gestes réelle-
ment effectués par l’humain. Par exemple, un terrain de tennis conduira à la prédiction
de l’action ”jouer au tennis” quelque soit l’action réellement effectuée. Les humains ont
la capacité de comprendre de telles actions en dehors de tout contexte en se focali-
sant sur les gestes réellement effectués par l’humain plus que sur le contexte. Plusieurs
méthodes de reconnaissances d’activités reposant sur les squelettes 3D humains Du
et collab. [2015]; Liu et collab. [2016]; Vaquette et collab. [2019, 2017]; Zhu et col-
lab. [2016] ont été proposées. Ces approches obtiennent des résultats impressionnants
sans l’utilisation d’aucune information de contexte, Néanmoins, ces dernières ont été
entrâınées et testées sur des ensembles de données obtenus à partir de capteurs RGB-D
Shahroudy et collab. [2016]; Vaquette et collab. [2017] ou des capteurs MoCap
Du et collab. [2015]; Zhu et collab. [2016] dans des environnements contraints et non
réalistes. La généralisation de la reconnaissance d’actions 3D à des domaines variés
nécessite de s’affranchir de ces capteurs. Une estimation de poses 3D humaines à partir
d’images RGB quelconques permettrait de déployer ces modèles dans des milieux riches
et variés tout en permettant la reconnaissance d’activités humaines en dehors de leur
contexte.

L’estimation de poses humaines à partir d’images RGB monoculaires est le pro-
cessus permettant de localiser les articulations humaines à partir d’une image ou
d’une séquence. Elle ne nécessite aucune information supplémentaire, contrairement
à d’autres méthodes qui reposent sur d’autres capteurs comme des capteurs de pro-
fondeur Mart́ınez-González et collab. [2018, 2019]. C’est un problème important
qui a été beaucoup étudié par la communauté de l’Intelligence Artificielle durant les
dernières années. Bien que d’autres tâches (comme la détection de personnes, le suivi
de personnes ou la reconnaissance d’activités) se focalisent sur les personnes visibles
dans une image, l’estimation de poses humaines est particulièrement importante car elle
fournit une information géométrique et de mouvement riche sur le corps humain, très
utile dans une multitude d’applications comme la réalité virtuelle, l’analyse de sports,
la vidéo-surveillance, l’analyse du comportement, la conduite autonome, les jeux vidéo
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Figure 1 – Représentation de la pose humaine. Source Ji et collab.
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ou l’industrie de l’animation. Ce problème est particulièrement complexe car le corps
humain est très articulé avec d’importants degrés de liberté dans les articulations. De
plus, un estimateur de poses humaines doit être robuste aux variations d’apparence,
aux changements de points de vue, aux fonds complexes, aux articulations de petites
tailles qui peuvent être à peine visible dans l’image, aux occultations, à la variabilité
des habillements, aux conditions lumineuses changeantes, etc. Une représentation sim-
plifiée de la pose humaine correspond à la position d’un ensemble de points clés sur le
corps humain. Ainsi, on distingue l’estimation de poses 2D humaines où les coordon-
nées à estimer correspondent aux postions 2D (u, v) de ces points clés dans l’image et
l’estimation de poses 3D où ces coordonnées, (x, y, z) sont exprimées dans le repère 3D.
Ces points clés correspondent à certaines articulations humaines comme illustré Figure
1.

Des progrès significatifs ont été accomplis dans cette tâche grâce à l’utilisation de
réseaux de neurones convolutifs profonds en particulier dans l’estimation de poses 2D.
Alors que l’acquisition d’annotations 2D est relativement simple, obtenir des anno-
tations de poses 3D précises est difficile. L’ambigüıté liée à la perte de l’information
3D dans des images 2D, le manque de données annotées et l’absence d’ensembles de
données d’évaluation en conditions réelles rendent l’estimation de poses 3D d’autant
plus difficile. Néanmoins, des progrès ont pu être réalisés grâce à la mise à disposition
d’ensemble de données à large échelle comme Human3.6M Ionescu et collab. [2014],
MPI-INF-3DHP Mehta et collab. [2017], CMU-Panoptic Joo et collab. [2017], Mu-
CoHP Mehta et collab. [2018] et JTA Fabbri et collab. [2018]. Les premiers travaux
montrent la possibilité de régresser les coordonnées 3D des articulations directement à
partir des images ou à partir de poses 2D humaines. Des travaux plus récents se sont
intéressés au problème de généralisation aux images réelles en mélangeant des données
issues d’ensemble de données 2D et 3D ou en synthétisant des images.

Néanmoins, la plupart des approches d’estimation de poses 3D existantes sont mono-
personne. Elles supposent que l’image ne contient qu’une personne, entièrement visible
comme la personne illustrée Figure 2a. Un tel scénario n’est pas réaliste. Dans de
nombreuses applications et des conditions réelles (comme dans la Figure 2b), plusieurs
personnes interagissent. Elles ont alors tendance à s’occulter mutuellement, ce qui rend
l’estimation de poses 3D encore plus ambiguë et complexe. Il est alors nécessaire d’avoir
des estimateurs de poses multi-personnes capables de localiser toutes les personnes et
d’estimer les coordonnées 3D de toutes leurs articulations. Combiner une approche
mono-personne avec un détecteur de personnes permet d’aboutir à un estimateur de
poses 3D multi-personnes. Dans de telles approches dites en deux étapes, chaque boite
englobante prédite par le réseau de détection de personnes sert à découper la zone
correspondante dans l’image. Une fois redimensionnée, cette image est traitée par l’es-
timateur de pose mono-personne. C’est le cas de l’approche de Moon et collab. [2019]
qui combine le détecteur Faster R-CNN et l’estimateur de poses 3D proposé par Sun
et collab. [2018].

Lorsque le nombre de personnes devient important, il devient impossible d’utiliser
des approches en deux étapes dans des applications temps réelles telles que la vidéo
surveillance (Figure 2d). Il est alors nécessaire d’employer des méthodes d’estimation
de poses 3D multi-personnes dites single-shot dont le temps d’exécution ne dépend
pas du nombre de personnes dans l’image. Lorsque les personnes sont très éloignées de
la caméra et qu’elles occupent une faible portion de l’image, une estimation de poses
3D single-shot devient encore plus difficile. Le modèle doit en effet être en mesure
de traiter des personnes à différentes échelles et être robuste aux nombreux cas de
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chevauchements qui peuvent arriver.

(a) (b)

(c) (d)

Figure 2 – Différents contextes pour l’estimation de poses 3D. Les approches récentes
d’estimation de poses 3D humaines se sont focalisées sur l’estimation de la pose 3D d’une
seule personne (Figure a) ou d’un nombre réduit de personnes proches de la caméra (Figure
b). Néanmoins, l’estimation de poses 3D multi-personnes pour des personnes éloignées de la
caméra et occupant une faible portion de l’image (Figure c et d) reste sous-explorée.

Principales Contributions

Les travaux réalisés durant cette thèse se sont focalisés sur l’estimation single-shot
de poses 3D multi-personnes à partir d’images monoculaires RGB. Nous avons d’abord
proposé une approche bottom-up de prédiction de poses 3D multi-personnes. Une telle
approche prédit d’abord les coordonnées 3D de toutes les articulations présentes dans
l’image puis fait appel à un processus de regroupement afin de prédire des squelettes
3D complets. L’approche proposée repose sur une architecture itérative de raffinement
des prédictions, une formulation robuste des poses 3D multi-personnes et une méthode
performante de regroupements des articulations.
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Afin de permettre une estimation single-shot de poses 3D plus robuste en particulier
lorsque les personnes dans l’image sont nombreuses et éloignées de la caméra, nous
avons développé PandaNet, une nouvelle approche d’estimation de poses 3D multi-
personnes reposant sur les ancres. Grâce à cette formulation, une seule ancre, et donc
un seul pixel de prédiction, est suffisante pour prédire la pose 3D complète d’une
personne. C’est une propriété importante qui permet au modèle proposé de prédire des
poses 3D robustes même pour des personnes ayant une petite taille dans l’image. De
plus, on s’affranchit de l’étape de regroupement nécessaire dans les approches bottom-
up tout en restant single-shot. La pose 3D prédite ne risque donc pas d’être altérée par
un processus d’association inefficace.

Dans le cadre de cette nouvelle représentation reposant l’utilisation d’ancres, deux
autres contributions ont été proposées durant cette thèse. Premièrement, une stratégie,
appelée Pose-Aware Anchor Selection, permet d’ignorer les ancres associées de manière
ambiguë aux vérités de terrain. Ensuite, une pondération automatique des fonctions de
pertes permet de gérer les déséquilibres entre les tailles de personnes et les incertitudes
associées aux différentes articulations.

Enfin, afin d’aboutir à un système complet d’estimation de poses 3D multi-personnes,
nous avons complété PandaNet avec un Module d’Estimation de Distances Absolues,
Absolute Distances Estimation Module (ADEM). L’ensemble, appelé Absolute Panda-
Net, permet de prédire des poses 3D humaines absolues exprimées dans le repère la
caméra. L’ADEM consiste en un réseau complètement connecté qui prend en entrée,
après normalisation, les poses prédites par PandaNet et prédit la distance à la ca-
méra des personnes correspondantes. Ce réseau, très léger, est suffisamment rapide afin
d’avoir un temps d’exécution négligeable devant PandaNet.

Organisation du manuscrit

Ce manuscrit est organisé de la manière suivante. Dans le Chapitre 1, nous présen-
tons les réseaux neurones convolutifs profonds ainsi que les principales architectures
proposées en classification et en détection d’objets. Ces modèles et architectures sont
la base des travaux réalisés durant cette thèse. Dans le Chapitre 2, nous introduisons
les différentes méthodes d’estimation de poses humaines ainsi que les ensembles de
données et les métriques d’évaluation employées.

Dans les Chapitre 3, 4 et 5 nous présentons les contributions apportées durant cette
thèse. Le Chapitre 4 décrit le modèle bottom-up d’estimation de poses multi-personnes
proposé. Puis, dans le Chapitre 5, nous détaillons la méthode PandaNet. Enfin, dans
le Chapitre 6, nous décrivons Absolute PandaNet.

Les perspectives et les conclusions des travaux réalisés durant cette thèse concluent
ce manuscrit.

Publications

Les travaux présentés dans cette thèse ont fait l’objet de plusieurs publications.

Conférences Internationales

1. Benzine, A., B. Luvison, Q. C. Pham et C. Achard. Deep, robust and single
shot 3d multi-person human pose estimation from monocular images, ICIP, 2019
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Chapitre 1

Réseaux de neurones convolutifs
profonds
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CHAPITRE 1. RÉSEAUX DE NEURONES CONVOLUTIFS PROFONDS

1.1 Introduction

Ce chapitre a pour objectif de présenter les différentes architectures de réseaux de
neurones convolutifs profonds ou Deep Convolutional Neural Networks (CNN) utilisés
de manière répandue dans les algorithmes de vision par ordinateur actuels. Un réseau de
neurones profond consiste en des neurones organisés en couches interconnectées grâce
à des liens pondérés (wi) aussi appelés poids du réseau de neurones. L’apprentissage
du réseau de neurones consiste donc à trouver les poids optimaux afin d’obtenir les
meilleurs résultats en termes de prédiction et d’estimation. L’étude des réseaux de
neurones artificiels remonte au début des années 1940 avec les travaux de McCulloch
et Pitts [1943] mais leur adoption massive a eu lieu à partir des années 2010 grâce à la
parallélisation des calculs sur des GPU puissants, la disponibilité de grandes de bases de
données publiques et la création de frameworks d’apprentissage profond comme Caffe
Jia et collab. [2014], Tensorflow Abadi et collab. [2016] ou Pytorch Paszke et collab.
[2017].

Dans ce qui suit, nous détaillons tout d’abord le fonctionnement général des réseaux
neurones. Une attention particulière est accordée aux réseaux de neurones convolutifs,
très utilisés en vision par ordinateur. Ensuite, nous présentons les architectures de
réseaux convolutifs profonds devenues standard pour la classification d’objets. Enfin,
nous abordons les principales architectures employées pour la détection d’objets.

1.2 Fonctionnement général des réseaux de neu-

rones

Nous présentons ici le fonctionnement général des réseaux de neurones. Nous verrons
dans un premier temps le neurone formel qui constitue l’unité de base d’un réseau
de neurones. Nous abordons ensuite le perceptron multi-couches et l’algorithme de
rétropropagation du gradient permettant l’apprentissage des poids du réseaux. Enfin,
nous décrivons le fonctionnement de réseaux de neurones convolutifs profonds et les
principaux modules utilisés dans ces derniers.

1.2.1 Le neurone formel

Les réseaux de neurones artificiels sont des modèles mathématiques bio-inspirés. Le
neurone artificiel constitue la brique de base de ces réseaux.

Comme illustré par la Figure 1.1, un neurone formel est composé des entités sui-
vantes :

— Un vecteur d’entrée X ;

— Une sortie y ;

— Des paramètres (aussi appelés poids) W et un biais b ;

— Une fonction d’activation f().
La sortie y est calculée en fonction de l’entrée X, des poids W , du biais b et de la

fonction d’activation f() selon l’équation suivante :

y = f(
∑

wixi + b) (1.1)

L’apprentissage du neurone formel consiste à trouver les poids W optimaux. L’un
des premiers algorithmes d’apprentissage proposé est l’algorithme du perceptron Ro-
senblatt [1958] décrit par l’équation suivante :
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Figure 1.1 – Schéma d’un neurone formel. Adapté de Herault et Chatelain [2020]

w′i = wi + α(d− y)xi (1.2)

wi étant le poids actuel, w′i le poids mis à jour, d la sortie attendue et α le taux
d’apprentissage. Le perceptron simple permet de résoudre des problèmes linéairement
séparables. Pour traiter des problèmes plus complexes, le perceptron multi-couches a
été introduit.

1.2.2 Le perceptron multi-couches

Description

De la même manière que des neurones biologiques communiquent entre eux via les
synapses, on peut également associer les neurones formels en affectant la sortie d’un
neurone à une ou plusieurs entrées d’autres neurones. Le perceptron multi-couches
(PMC) est une topologie de réseaux de neurones dans laquelle les neurones sont or-
ganisés en couches. Comme illustré par la Figure 1.2, le perceptron multi-couches est
composé de trois types de couches :

— une couche d’entrée qui correspond aux entrées X ;

— une couche de sortie produisant les sorties y ;

— une ou plusieurs couches cachées permettent la transformation non-linéaire du
signal d’entrée vers le signal de sortie.

Le flux d’information va toujours des couches d’entrées vers les couches de sorties.

Algorithme de rétropogation du gradient

Le perceptron multi-couches peut être appris par l’algorithme de rétropropagation
du gradient. Après chaque passage avant dans le réseau (de l’entrée vers les sorties),
l’algorithme effectue un passage arrière (des sorties vers l’entrée) afin de mettre à jour
les paramètres du modèle (les poids et les biais). Considérons un PMC à N neurones
de sortie. wj,i et bj sont respectivement le poids et le biais associé à un neurone formel
de ce PMC. wj,i correspond ainsi au poids entre le neurone j et le neurone i de la
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Figure 1.2 – Architecture d’un perceptron multi-couches. Ce réseau est constitué d’une
couche d’entrée, de deux couches cachées et d’une couche de sortie. Source Hastie et Tib-
shirani [2020]

couche précédente. On notera zj = ∑R
i=1 wj,iyi + bj avec R le nombre de neurones de

la couche précédente. La réponse du neurone j s’écrit alors yj = f(zj), f() étant la
fonction d’activation du réseau. La fonction de coût (erreur quadratique) est donnée
par :

J =
N∑
j=1

e2
j (1.3)

avec e = dj−yj, dj étant la sortie attendue pour le neurone j de la couche de sortie
et yj la sortie prédite pour ce neurone. La mise à jour des poids du réseau se fait par
descente de gradient stochastique (SGD) de l’erreur quadratique. En d’autres termes,
le poids wj,i est mis à jour en lui ajoutant le terme −α∆wj,i. La mise à jour du biais bj
est effectuée en lui ajoutant le terme −α∆bj. α est le taux d’apprentissage . Il permet
de pondérer la mise à jour des paramètres du réseau. Considérons la mise à jour du
poids wj,i. Le terme ∆wj,i est défini par :

∆wj,i = ∂J

∂wj,i
(1.4)

Considérons tout d’abord un neurone j de la couche de sortie. Grâce à la décom-
position en châıne des dérivées partielles, on a :

∂J

∂wj,i
= ∂J

∂ej
· ∂ej
∂zj
· ∂zj
∂wj,i

(1.5)

On a :
∂J

∂ej
= 2ej (1.6)

∂ej
∂zj

= −f ′j(zj) (1.7)
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∂zj
∂wj,i

= yi (1.8)

Si on définit :

δj = ∂J

∂zj
= −2ejf ′j(zj) (1.9)

On a :
∂J

∂wj,i
= −2ejf ′j(zj)yi = δjyi (1.10)

Considérons maintenant le cas d’un neurone j d’une couche cachée. Dans ce cas, on
a :

∂J

∂wj,i
= ∂J

∂zj
· ∂zj
∂wj,i

(1.11)

Où :

∂zj
∂wj,i

= yi (1.12)

Et :

δj = ∂J

∂zj
=
∑
k

∂J

∂zk
· ∂zk
∂zj

=
∑
k

δk ·
∂zk
∂zj

(1.13)

En notant que :
zk =

∑
l

wk,lyl + bk =
∑
l

wk,lf(zl) + bk (1.14)

En différentiant, on en déduit que :

∂zk
∂zj

= wk,jf
′(zj) (1.15)

Il en résulte que :
δj = f ′(zj)

∑
k

wk,jδk (1.16)

∂J

∂wj,i
= yiδj (1.17)

Ainsi, le gradient du neurone d’une couche dépend du gradient des neurones de la
couche suivante. En calculant le gradient à partir de la couche de sortie et en remontant
de couche en couche, il est possible de calculer la mise à jour des poids de tous les
neurones du réseau.

1.2.3 Réseaux de neurones convolutifs profonds

Les réseaux de neurones convolutifs (CNN) sont un type particulier de réseaux de
neurones applicables facilement à des images pour capter spatialement de l’information.
Tout comme les PMC, ils sont constitués de neurones avec des poids et des biais
à apprendre mais contrairement à ces derniers ils considèrent explicitement que les
entrées sont des images. En effet, chaque neurone d’un CNN est connecté uniquement
à une portion de neurones de la couche précédente. Cela permet de rendre le réseau plus
efficace pour ce type d’entrées et de réduire considérablement le nombre de paramètres
à apprendre. En effet, il est difficile de traiter des entrées aussi large que des images à
l’aide de PMC. Par exemple, des images de taille 200*200*3 nécessiteraient un neurone
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de la première couchée avec 200 ∗ 200 ∗ 3 = 120000 paramètres. Vu que plusieurs
neurones par couche sont nécessaires, un nombre aussi large de paramètres conduirait
rapidement à du sur-apprentissage.

Le premier réseau de neurones convolutif a été introduit à la fin des années 80 par
LeCun et collab. [1990] afin de permettre la reconnaissance de chiffres manuscrits.
L’idée est de passer l’image dans une succession de filtres convolutifs, ce qui permet
une description réduite et pertinente de l’image. Ces caractéristiques sont ensuite trai-
tées par un perceptron multicouches (appelé couches complètement connectées dans
les CNN) composé de couches cachées et d’une couche de sortie permettant la clas-
sification du chiffre présent dans l’image. Les filtres de convolution et le perceptron
multi-couches sont appris simultanément. Ainsi, alors que les méthodes classiques de
vision par ordinateur utilisaient des caractéristiques conçues à la main, les CNN ont la
capacité d’apprendre ces caractéristiques pendant l’entrâınement. De par leur structure
convolutive, les CNN permettent de prendre en entrée des données de grande dimen-
sion, ce qui est une limite du perceptron multicouches. Les CNN peuvent être vus
comme un assemblage de modules en série permettant l’extraction de caractéristiques
de manière hiérarchique à partir des pixels d’une image. L’objectif de l’opération de
convolution est d’extraire des caractéristiques de haut niveau tel que des contours à
partir de l’image d’entrée.

Les principaux modules utilisés dans les CNN sont les suivants : les convolutions,
l’agglomération (pooling), les fonctions d’activation, la batch normalisation et les couches
complètement connectées.

Convolution

Figure 1.3 – Illustration de l’opération de convolution. Étant donnée une entrée, un filtre
de convolution est appliqué à chaque position spatiale. La profondeur du filtre dépend de la
profondeur du volume d’entrée sur lequel il est appliqué : dans cet exemple le volume d’entrée
a trois canaux donc la profondeur du noyau est de trois. Le résultat pour une position donnée
correspond à la somme de la multiplication des éléments du noyau par ceux de l’entrée. La
sortie obtenue après l’application d’un filtre de convolution sur un volume est appelée carte
de caractéristiques. Le nombre de cartes de caractéristiques dépend du nombre de filtres
appliqués sur l’entrée. Source : indoml.com
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Filtre de convolution : Les paramètres de la couche de convolution consistent
en un ensemble de filtres à apprendre (aussi appelés noyaux). Comme illustré dans la
Figure 1.3, chaque filtre est spatialement petit mais est appliqué sur toute la profondeur
du volume d’entrée. Par exemple, un filtre de la première couche d’un CNN peut être
de taille 3∗3∗3 (3 pixels pour la hauteur et la largeur et 3 pour le nombre de canaux de
couleurs). Durant le passage avant (forward pass), chaque filtre est convolué à travers la
longueur et la largeur du volume d’entrée et calcule un produit scalaire entre les poids
du filtre et les entrées locales qu’il reçoit. Après convolution sur tout le volume d’entrée,
on obtient une carte 2D appelée carte de caractéristiques qui donne la réponse de ce
filtre à chaque position spatiale. Chaque couche d’un CNN contient plusieurs filtres
et va produire une carte d’activation pour chacun d’entre eux. Ces cartes forment le
volume de sortie qui va ensuite être traité par la couche suivante.

Volume de sortie : Nous avons vu comment les neurones d’une couche de convo-
lution étaient connectés au volume d’entrée. Nous allons maintenant voir comment le
volume de sortie est caractérisé. Trois hyperparamètres contrôlent sa taille : la profon-
deur, le pas de la convolution (stride) et le remplissage (zero-padding). La profondeur
du volume de sortie correspond au nombre de filtres appliqués au volume d’entrée. Il
faut également spécifier le pas avec lequel le filtre est appliqué. Lorsque ce pas est égal à
1, le filtre est déplacé d’un pixel à chaque fois. S’il est égal à 2, le filtre va être appliqué
tous les deux pixels. Parfois il peut-être intéressant de compléter le volume d’entrée
avec des zéros (zero-padding) afin, par exemple, de permettre d’avoir un volume de
sortie ayant les mêmes dimensions spatiales que le volume d’entrée. La taille spatiale
du volume de sortie TS peut être calculée en fonction de la taille du volume d’entrée
TE, la taille du filtre F , le pas de ce filtre P et la quantité de remplissage utilisée R
par la formule :

TS = TE − F + 2R
P

+ 1 (1.18)

Convolutions Dilatées :

Plus récemment (après notamment les travaux de Yu et Koltun [2015]) un hyper-
paramètre supplémentaire a été introduit dans les couches de convolution : la dilatation.
Alors que les filtres de convolution décrits jusque là étaient contigus, il est également
possible d’avoir des filtres avec des espaces entre chaque cellule. Ces espaces sont ap-
pelés dilatation. Par exemple, un filtre w de taille 3 (sans dilatation) et une entrée x
calcule la sortie suivante : w[0] ∗ x[0] +w[1] ∗ x[1] +w[2] ∗ x[2]. Avec une dilatation de
1, la sortie serait égale à w[0] ∗ x[0] + w[1] ∗ x[2] + w[2] ∗ x[4]. Cette dilatation permet
de traiter une information spatiale beaucoup plus grande avec un nombre réduit de
paramètres.

Convolution 1 ∗ 1
Un cas particulier de convolution est la convolution avec un filtre de taille 1 ∗ 1.

Comme illustré par la Figure 1.4, elle permet permet d’augmenter/réinterpréter le
niveau sémantique des caractéristiques, généralement en diminuant leur profondeur.

Champ Réceptif Effectif

Pour chaque point d’une carte de caractéristiques, on peut lui associer un champ
réceptif effectif. Défini simplement, il s’agit de la portion de l’image d’entrée utilisée afin
de calculer la caractéristique située en ce point. Ce champ réceptif effectif augmente
linéairement avec le nombre de couches de convolutions et exponentiellement si des
convolutions dilatées sont utilisées.
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Figure 1.4 – Convolution 1 ∗ 1. Source indoml.com

Agglomération (pooling)

Figure 1.5 – Couche d’agglomération. Source Santos [2018]

Très souvent, dans les architectures de CNN, une couche d’agglomération (pooling)
est insérée entre deux couches de convolution. Elle permet de réduire progressivement la
taille spatiale de la représentation afin de réduire la quantité de paramètres et les calculs
effectués par le réseau. Cela permet aussi de contrôler le sur-apprentissage. Comme
illustré par le Figure 1.5, la couche de pooling opère indépendemment sur chaque carte
produite par la couche de convolution précédente et la redimensionne spatialement en
utilisant l’opération de moyenne (average pooling) ou de maximum (max pooling). Par
exemple, une couche d’agglomération appliquée avec un filtre de taille 2∗2 et un pas de
2, sous-échantillonne chaque carte produite par deux sur chaque dimension, ne gardant
ainsi que 25% de cette carte. Comme illustré Figure 1.6, chaque opération maximum
(ou moyenne) calcule dans ce cas le maximum (ou la moyenne) entre quatre valeurs.
La profondeur du volume produit est en revanche la même que celle du volume donné
en entrée de cette couche.

Plus généralement, la couche d’agglomération accepte un volume de taille W1 ∗H1 ∗
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Figure 1.6 – Opération d’agglomération maximum (max pooling). Source Santos [2018]

D1. Elle requiert deux hyperparamètres : l’extension spatiale E et le pas P . Elle produit
alors un volume de taille W2 ∗H2 ∗D2 où :

W2 = W1 − E
P

+ 1 (1.19)

H2 = H1 − E
P

+ 1 (1.20)

D2 = D1 (1.21)

Cette couche ne nécessite en revanche aucun paramètre à apprendre. Certaines
architectures n’utilisent pas de couches de pooling et préfèrent utiliser une couche de
convolution avec un pas de 2 afin de sous-échantillonner les cartes de caractéristiques.

Un cas particulier de pooling est le Global Pooling. Au lieu de sous-échantillonner
des patchs des cartes de caractéristiques, le global pooling sous-échantillonne la carte
de caractéristiques en une unique valeur. Il est généralement utilisé en fin de réseau
à la place des couches complètement connectées afin de réduire le nombre total de
paramètres et éviter le sur-apprentissage. Le Global Pooling réduit la dimension spatiale
d’un tenseur de dimension h ∗w ∗ d en un tenseur de taille 1 ∗ 1 ∗ d. Le Global Average
Pooling (GAP) transforme chaque carte de caractéristiques de taille h∗w en un scalaire
en moyennant toutes les valeurs de cette carte.

Fonction d’activation

Les fonctions d’activation sont essentielles dans les CNN puisqu’elles permettent à
ce dernier d’apprendre des fonctions non-linéaires. Il existe différents types de fonctions
d’activation parmi lesquelles :

— La fonction sigmöıde :

f(x) = 1
1 + e−x

(1.22)

— La tangente hyperbolique :

f(x) = ex − e−x

ex + e−x
(1.23)

— La fonction d’unité de rectification linéaire (ReLU) :

f(x) = max(0, x) (1.24)

Cette fonction d’activation est très utilisée dans les CNN actuels car elle permet
une optimisation plus facile. Elle fournit des réponses parcimonieuses et permet
de réduire les problèmes de disparition de gradient observés avec la sigmöıde et la
tangente hyperbolique. En effet, ces dernières ont pour inconvénient de renvoyer
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des gradients très petits lorsque la valeur absolue de l’entrée est grande. Le réseau
a alors du mal à mettre à jour ses paramètres lors de la phase d’apprentissage. La
fonction ReLU renvoie quant à elle, un gradient constant pour une entrée grande
permettant ainsi d’apprendre plus rapidement. Si la valeur donnée en entrée de
la ReLu est négative, le gradient correspondant est nul. Pour cette raison, durant
la retro-propagation du gradient, certains poids ne sont pas mis à jour. Cela peut
alors engendrer des neurones morts qui ne sont jamais activés.

— La fonction Leaky ReLu :

f(x) = x if x >= 0
0.01x sinon

(1.25)

Cette fonction d’activation est une amélioration de la ReLu qui adresse le pro-
blème des neurones morts. Ainsi, au lieu d’être égale à zéro pour une entrée
négative, elle retourne une petite portion de l’entrée ce qui permet alors d’avoir
un gradient non-nul.

— La fonction softmax :

σ(zj) = ezj∑
k ezk

(1.26)

La softmax est utilisée pour de la classification multi-classes comme fonction d’activa-
tion de la couche de sortie d’un réseau de neurones. Elle retourne la probabilité pour
un point d’appartenir à chaque classe.

Batch Normalization

La batch normalisation Ioffe et Szegedy [2015] permet de normaliser l’entrée
d’une couche donnée en ajustant et en mettant à l’échelle ses activations. En effet,
pendant l’apprentissage, la distribution des entrées des différentes couches du réseau
change à chaque batch. Une adaptation permanente des paramètres du CNN à ces
différentes distributions est nécessaire provoquant alors un ralentissement de l’appren-
tissage. L’idée est de normaliser les entrées de chaque couche en soustrayant aux entrées
la moyenne des éléments du batch et en les divisant par leur variance. Durant l’appren-
tissage, un facteur d’échelle et un biais sont appris afin d’appliquer une transformation
sur la distribution normalisée. Ainsi, si le réseau considère que la distribution norma-
lisée n’est pas adaptée pour une couche donnée, il apprend les paramètres permettant
de l’ajuster.

Couches complètement connectées

Les couches complètement connectées sont l’équivalent d’un perceptron multi-couches
placé à la fin d’un CNN. Ainsi, après avoir appliqué plusieurs couches de convolution
et de pooling à l’image, on obtient des caractéristiques qui sont réarrangées et sont
données en entrée à ce perceptron multi-couches. Celui-ci est placé en fin de réseau
et permet de prédire la classe associée à l’image dans les réseaux de classification. Il
peut également être utilisé afin d’effectuer des régression. Les couches complètement
connectées et les autres couches du CNN sont entrâınées de manière jointes. Certaines
architectures de CNN ne contiennent pas de couches complètement connectées. Elles
sont alors dites complètement convolutionnelles.
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Dropout

Le dropout Hinton et collab. [2012] consiste, durant chaque étape d’apprentissage,
à garder certains neurones avec une probabilité p et à en désactiver d’autres avec une
probabilité 1− p. Les connexions entrantes et sortantes des neurones non utilisés sont
également retirées. En d’autres termes, le dropout est une méthode de régularisation
permettant au réseau d’apprendre des sous-réseaux contenant moins de paramètres et
donc moins sujets au sur-apprentissage.

1.3 Architectures classiques de CNN

Nous présentons ici les architectures de CNN couramment utilisées en vision par
ordinateur. Bien que les modèles présentés ici soient des modèles de classification
d’images, les architectures décrites ici servent souvent de bases aux modèles utilisés
dans d’autres tâches comme la détection d’objet ou la segmentation sémantique. Les
modèles décrits ici servent souvent de colonne vertébrale (backbone) à d’autres modèles.
Cela signifie que les premières couches de ces modèles sont reprises (avec les poids ap-
pris correspondants) et augmentées de nouvelles couches et de nouvelles sorties pour le
nouveau problème à traiter.

1.3.1 LeNet-5

Figure 1.7 – Architecture LeNet-5. Le modèle prend en entrée des chiffres manuscrits et
prédit une probabilité pour chacune des dix sorties possibles. Source Smola [2019]

Dans les années 1990, Yann LeCun, Leon Bottou, Yosuha Bengio et Patrick Haffner
ont proposé une architecture de CNN pour la reconnaissance de caractères appelée
LeNet-5 LeCun et collab. [1998]. Cette architecture est illustrée Figure 1.7. L’unité
de base de ce réseau est une couche de convolution suivie d’une fonction d’activation
sigmöıde puis d’une couche d’average pooling. Chaque couche de convolution comprend
des filtres de taille 5 ∗ 5. La première couche comprend six filtres tandis que la seconde
en comprend 16. Les couches de pooling ont une taille 2 ∗ 2 avec un pas de 2. Ainsi, le
volume en sortie d’une couche de pooling est spatialement quatre fois plus petit que son
entrée. Le réseau se termine par un perceptron multi-couches à trois couches de taille
120, 84 et 10 (nombre de classes du modèle). LeNet-5 a au total 60 000 paramètres.

1.3.2 AlexNet

AlexNet Krizhevsky et collab. [2012] est l’architecture qui a rendu populaire les
CNN en vision par ordinateur. Ce modèle a été soumis au challenge ImageNet ILSVRC
en 2012 et a significativement surpassé les autres méthodes (16% pour AlexNet d’erreur
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top 5 contre 26% pour la seconde meilleure approche). Bien que similaire à LeNet,
cette architecture est plus profonde (avec un nombre plus important de couches) et
enchâıne plus de couches de convolution avant de faire appel à une couche de pooling.
Le modèle contient 5 couches de convolution et 3 couches complètement connectées avec
60 millions de paramètres à apprendre. La taille des filtres de convolution est variable
(11 ∗ 11, 5 ∗ 5, 3 ∗ 3) en fonction de la couche considérée. La fonction d’activation
utilisée entre chaque couche est la ReLu. Dans les couches complètement connectées,
le dropout est utilisé. AlexNet utilise également beaucoup d’augmentation de données
afin d’améliorer la généralisation du modèle.

1.3.3 VGG

Figure 1.8 – Architecture VGG. Source ul Hassan

VGG Simonyan et Zisserman [2014] est un réseau plus profond qu’AlexNet conte-
nant 19 couches. Il utilise de petits filtres de convolution (3 ∗ 3) avec un pas de 1 et des
couches de max pooling de taille 2 ∗ 2 avec un pas de 2. Le nombre total de paramètres
du réseau est de 138 millions. La Figure 1.8 illustre l’architecture de VGG.

1.3.4 GoogLeNet (Inception)

GoogLeNet (également appelé Inception), est un réseau à 22 couches et 5 millions de
paramètres introduit par Szegedy et collab. [2015]. Il est le gagnant d’ILSVRC 2014.
La principale contribution de cette architecture est le module Inception qui permet
de réduire grandement le nombre de paramètres du modèle. Le module Inception est
motivé par les constats suivants :

— A cause d’une large variation de la taille des objets d’intérêts, il est difficile de
choisir un filtre de la bonne taille pour l’opération de convolution.

— Empiler näıvement les couches de convolutions est coûteux en calculs et peux
conduire à un sur-apprentissage.
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Figure 1.9 – Module Inception. Le module prend en entrée un volume et applique en parallèle
à cette entrée des couches de convolution et de pooling. Les sorties de ces couches sont ensuite
concaténées afin d’obtenir le volume de sortie de ce module. Source Szegedy et collab. [2015]

Figure 1.10 – Architecture de GoogLeNet Source Szegedy et collab. [2015]
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Ainsi, le module Inception applique des filtres de tailles différentes à un même vo-
lume d’entrée. Le réseau est ainsi plus large (avec un nombre plus grand de filtres)
plutôt que plus profond. De plus, afin de réduire les temps de calcul, des convolutions
1 ∗ 1 sont appliquées avant les convolutions. Ce module est illustré Figure 1.9. Goo-
gLeNet utilise également le global average pooling à la fin du réseau afin de moyenner
chaque carte de caractéristiques et obtenir un ensemble de caractéristiques données à la
couche finale de classification. Le réseau Inception utilise des fonctions de supervision
pour les couches intermédiaires du réseau afin de combattre le problème de la dispari-
tion du gradient et apporter de la régularisation au réseau. La Figure 1.10 représente
l’architecture globale du réseau. Plusieurs améliorations de ce modèle ont été proposées,
les dernières étant Inception-v4 et Inception-ResNet Szegedy et collab. [2017].

1.3.5 ResNet

Figure 1.11 – Connexion Résiduelle. Source He et collab. [2016]

Les réseaux résiduels (ResNet) ont été développés par He et collab. [2016]. De-
puis AlexNet, la tendance est au développement de réseaux convolutifs plus profonds.
Comme vu précédemment, alors qu’AlexNet ne contient que cinq couches de convolu-
tions, VGG en contient 19 et GoogLeNet en contient 22. Néanmoins, des réseaux plus
profonds sont également plus durs à entrâıner à cause du problème de l’évanouissement
du gradient. ResNet traite ce problème en introduisant de nouvelles connexions dites
résiduelles entre les couches du réseau. Une connexion résiduelle permet de passer une
entrée aux couches suivantes en sautant certaines couches intermédiaires. Cette opé-
ration est illustrée dans la Figure 1.11. Ainsi, avec l’introduction de cette connexion,
des architectures beaucoup plus profondes peuvent être entrâınées ce qui permet une
amélioration des performances. La variante à 50 couches, ResNet-50, a 23 millions de
paramètres.

Nous avons décrit dans cette section les principales architectures utilisées en classi-
fication d’images. Ces architectures sont souvent la base d’architectures plus complexes
répondant à d’autres problématiques de la vision par ordinateur. Nous décrivons dans
la prochaine section les architectures développées pour la détection d’objets. Ces archi-
tectures sont souvent une des briques utilisées pour l’estimation de pose humaine ou
ont inspiré des architectures dédiées à cette tâche.

22
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1.4 Architectures de CNN pour la détection d’ob-

jets

La détection d’objets est une des problématiques les plus étudiées en vision par
ordinateur. Elle consiste à identifier et à localiser des objets de certaines classes dans
une image en trouvant les boites englobantes contenant ces objets. Il ne s’agit plus ici de
prédire des probabilités d’appartenance à chaque classe comme le font les architectures
décrites précédemment mais d’identifier les zones de l’image qui correspondent à des
classes d’intérêt. Pour ce problème, deux types de modèle ont été proposés : les modèles
en deux étapes et les modèles en une seule étape. Nous détaillons ces deux types
d’algorithmes dans les deux prochaines sous-sections.

1.4.1 Détection d’objets en deux étapes

La détection d’objet en deux étapes consiste en des algorithmes qui tout d’abord
identifient des zones dans les images contenant potentiellement des objets d’intérêt
(première étape) et qui classifie chaque zone individuellement (seconde étape). Nous
allons décrire ici les modèles les plus utilisés dans la littérature.

R-CNN

R-CNN est une méthode développée par Girshick et collab. [2014]. Elle prend en
entrée un image, extrait des milliers de propositions de régions grâce au Seletive Search
Felzenszwalb et Huttenlocher [2004]. Des caractéristiques sont ensuite calculées
sur ces zones grâce à un CNN. Ces dernières sont alors utilisées afin de classifier ces
régions et de régresser les coordonnées des boites contenant l’objet. En inférence, le
modèle effectue beaucoup de prédictions qui se chevauchement et qui correspondent
au même objet. La Non-maximum suppression(NMS) est alors utilisée. Toutes les dé-
tections sont triées en fonction de leur score. La détection ayant le score maximal est
sélectionnée et toutes les autres boites ayant un haut chevauchement avec cette boite
sont supprimées. La même procédure est ensuite appliquée sur les autres boites res-
tantes. Néanmoins, puisqu’il faut appliquer le CNN à chaque proposition de région,
l’inférence est lente. Elle est de plusieurs secondes par image en utilisant VGG-16
comme extracteur de caractéristiques.

Fast-RCNN

Fast-RCNN Girshick [2015] est un modèle qui se veut plus rapide que son prédé-
cesseur. Au lieu de passer chaque région d’intérêt à un CNN, cette méthode propose
de tout d’abord donner l’image à un CNN afin de créer une carte de caractéristiques et
ensuite d’effectuer les recadrages de régions d’intérêt (RoI pooling) directement à par-
tir de ces cartes. Ainsi, un seul CNN est utilisé par image, réduisant considérablement
le temps d’exécution de la méthode. Le RoI pooling, illustré Figure 1.12, extrait des
caractéristiques de taille fille à partir des cartes de caractéristiques. Chaque vecteur
de caractéristiques est donné à un perceptron multi-couches qui a deux branches de
sortie : une branche de classification et branche de régression de boites englobantes.
Fast R-CNN a un temps d’exécution 25 fois inférieur à celui de R-CNN mais l’essentiel
du temps d’exécution est dédié à la recherche des régions d’intérêt.
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Figure 1.12 – RoI Pooling. Source Agarwal [2018]

Faster R-CNN

Figure 1.13 – Faster R-CNN. Source Agarwal [2018]

Faster R-CNN Ren et collab. [2015] est un modèle encore plus rapide car le CNN
est utilisé à la fois pour extraire des caractéristiques mais également afin de trouver
les régions d’intérêt grâce au Region Proposal Network (RPN) comme illustré par la
Figure 1.13. Cette méthode introduit l’utilisation d’ancres. Les ancres sont des boites
englobantes de taille fixe qui ont différentes tailles et ratios et qui sont placées sur
toute l’image. Elle sont utilisées comme référence afin de prédire la localisation des
objets. Des exemples d’ancres sont illustrés Figure 1.15. D’autres modèles de détection
se servent également d’ancres prédéfinies. Nous désignons ces modèles par l’appellation
modèles basés ancres dans le reste de ce manuscrit.

Faster R-CNN est ainsi 10 fois plus rapide que Fast R-CNN et 250 fois plus rapide
que R-CNN.
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Figure 1.14 – Exemple d’ancres.

Feature Pyramid Network (FPN)

Figure 1.15 – Feature Pyramid Network. Source Lin et collab. [2017a]

Détecter des objets à différentes échelles est complexe, d’autant plus pour les petits
objets. Dans Faster R-CNN par exemple, des cartes de caractéristiques profondes sont
utilisées dans le RPN et le RoI Pooling. Néanmoins, ces caractéristiques ont un champ
réceptif effectif large adapté à la détection de grands objets mais inadapté à des objets
de petite taille. Il est possible d’utiliser une pyramide d’image à différentes échelles afin
de détecter les objets. Néanmoins, cela requiert une inférence par image de la pyramide
ce qui augmente considérablement le temps d’exécution. Il est aussi possible de créer une
pyramide de caractéristiques et de les utiliser pour la détection d’objets. Néanmoins,
les cartes issues de couches peu profondes du réseau contiennent des caractéristiques
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Figure 1.16 – Voie ascendante et descendante des FPN. Source Hui [2018b]

26
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bas-niveau qui ne sont pas adaptées pour la détection précise d’objets.
Le Feature Pyramid Network (FPN) Lin et collab. [2017a] est un framework simple

destiné à construire des pyramides de caractéristiques à l’intérieur d’un CNN. Ce frame-
work combine des caractéristiques de basse résolution mais à un haut niveau sémantique
avec des caractéristiques à faible valeur sémantique mais à haute résolution. Il est com-
posé d’une voie ascendante (bottom-up pathway) et d’une voie descendante (top-down
pathway). La voie ascendante est le passage avant d’un CNN classique. ResNet est ici
utilisé. Il est composé de plusieurs modules de convolution, chaque module contenant
plusieurs couches de convolution. Chaque module divise la résolution spatiale par 2.
Notons par Ci la sortie de chaque module i comme illustré par la Figure 1.16. Lors
de la voie descendante, des convolutions 1 ∗ 1 sont tout d’abord appliquées à C5 afin
d’obtenir M5 qui sera la première carte de caractéristiques utilisée pour la détection.
Au fur et à mesure qu’on parcourt le chemin descendant, les cartes de caractéristiques
de la couche précédente Mi−1 sont sur-échantillonnées par 2 et sont additionnées aux
cartes de caractéristiques correspondantes du chemin ascendant Ci après application
de convolutions 1 ∗ 1. Pi est ensuite obtenu après application de convolution 3 ∗ 3 afin
de réduire les effets d’aliasing dûs au sur-échantillonnage.

Le FPN peut ainsi être intégré dans des détecteurs existants tels que Faster R-CNN.
Le RPN peut ainsi être appliqué à chaque niveau de la pyramide afin de déterminer
les zones qui contiennent des objets. Le ROI pooling est ensuite appliqué aux caracté-
ristiques du bon niveau de la pyramide en fonction de la taille de la région d’intêret.

1.4.2 Détection d’objet en une seule étape

On parle de détection d’objet en une seule étape (single-shot) lorsqu’un seul passage
avant d’un réseau de neurones est nécessaire afin de prédire les boites englobantes.
Faster R-CNN, bien que plus rapide que ses prédécesseurs, doit en effet effectuer un
passage avant par région d’intérêt afin de les classifier et prédire les coordonnées des
boites englobantes. Ceci rend les modèles en une seule étape beaucoup plus rapides que
leurs équivalents en deux étapes. Nous allons ici présenter les principales approches en
détection single shot.

You Only Look Once (YOLO)

YOLO Redmon et collab. [2016] prédit directement les coordonnées des boites
englobantes et les probabilités des classes associées avec un seul réseau de neurones et
un seul passage avant, ce qui permet la prédiction en temps réel. Le modèle prend en
entrée une image qu’il divise en une grille de taille S ∗ S. Pour chaque objet présent
dans l’image, une cellule de cette grille prédit les coordonnées de sa boite englobante
ainsi que sa classe. Il s’agit de la cellule dans la quelle se trouve le centre de l’objet.
Ceci est illustré par la Figure 1.17. Cela implique que chaque cellule ne peut prédire les
coordonnées que d’un seul objet. Il en résulte que, lorsque plusieurs objet se chevauchent
dans l’image, certains d’entre eux ne pourront pas être associés à une cellule. Chaque
cellule prédit B prédictions de boites englobantes ainsi que C probabilités de classes.
Chaque prédiction de boite englobante a 5 composantes : (x, y, w, h, c). Les coordonnées
normalisées (x, y) représentent le centre de la boite relativement à la position de la
cellule. (w, h) sont les dimensions normalisées de la boite. c est le score de confiance de
la boite prédite. Il doit être égal à l’intersection sur l’union (IoU) entre boite prédite
et la boite englobante de vérité de terrain si la cellule est associée à un objet. Sinon, il
doit être égal à zéro.
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Figure 1.17 – Division de l’image en grille par YOLO. La cellule en jaune est responsable
de la prédiciton de la boite englobante bleue du cycliste car le centre de cette boite se situe
dans cette cellule. Source Hui [2018a]

Single-Shot Detector (SSD)

Figure 1.18 – Architecture de SSD. Source Liu et collab. [2016]

Tout comme YOLO, Single-Shot Detector (SSD) proposé par Liu et collab. [2016]
est également un modèle effectuant un unique passage avant du CNN. Comme illustré
par la Figure 1.18, SSD utilise VGG comme extracteur de caractéristiques auquel il
ajoute des couches de convolution. Les couches de convolution à la fin du réseau sont
de plus en plus petites permettant la détection d’objets à différentes échelles. Ainsi,
la prédiction des boites englobantes est faite à partir de cartes de caractéristiques à
différentes profondeurs du réseau. Les couches les plus profondes du réseau ont un
champ réceptif large et sont appropriées afin de traiter de larges objets. En revanche,
les couches peu profondes ont un petit champ réceptif et permettent la détection de
petit objets. Contrairement à YOLO qui prédit directement les coordonnées des boites,
SSD est un modèle basé ancres qui prédit des ancres avec différents ratios et tailles qui
sont ensuite corrigés. La taille des ancres est déterminée par la profondeur des cartes de
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caractéristiques utilisées pour la prédiction. Des cartes profondes donneront lieu à de
grandes ancres tandis que des cartes peu profondes donneront lieu à de petites ancres.

YOLO V2

Par rapport à YOLO, YOLO V2 Redmon et Farhadi [2017] améliore la précision
du modèle tout en restant rapide. La Batch Normalization est ajoutée et le modèle
accepte des images de plus grande résolution afin d’être capable de détecter de plus
petits objets. De plus, YOLO V2 est un modèle basé ancres. Afin de déterminer les
ancres couvrant le mieux l’ensemble d’apprentissage, la méthode des K-moyennes est
appliquée à toutes les boites englobantes de l’ensemble d’apprentissage. YOLO V2
utilise une nouvelle architecture complètement convolutive appelée Darknet-19. Cette
architecture utilise principalement des filtres 3∗3 afin d’extraire des caractéristiques et
des filtres 1 ∗ 1 afin de réduire le nombre de cartes de sorties. Le global average pooling
est employé afin d’effectuer les prédictions. Le réseau peut prendre en entrée des images
de différentes résolutions. Ainsi, le modèle est entrâıné à différentes résolutions en guise
d’augmentation de données.

RetinaNet

Figure 1.19 – Architecture de RetinaNet. Source Lin et collab. [2017b]

RetinaNet Lin et collab. [2017b] est un modèle basé ancres qui adresse le problème
du très grand déséquilibre entre classes positives et négatives dans les détecteurs single-
shot. Dans les méthodes en deux étapes comme Faster R-CNN, une grande partie du
background est filtrée par le RPN. De plus, le classifieur et régresseur de boites sont
entrâınés en suivant certaines heuristiques afin de choisir les exemples d’entrâınement
comme celle d’utiliser un ratio 1: 3 d’exemples positifs et négatifs. Dans les approches
single-shot, les cellules des grilles couvrent principalement des zones de fond qui do-
minent l’entrâınement et sont faciles à classifier. Les auteurs introduisent pour cela
la Focal Loss qui va donner moins d’importance aux classes négatives et faciles et se
concentrer sur les classes difficiles. Soit p la probabilité prédite par le réseau pour un
objet donné et y sa classe de vérité de terrain. En posant :

pt =
{
p si y = 1
1− p sinon.

(1.27)

La Focal Loss est alors définie comme suit :

FL(pt) = −α(1− pt)λ log(pt) (1.28)

Où α contrôle le déséquilibre entre les classes et λ contrôle la contribution des
exemples faciles. Ainsi, lorsqu’un exemple est mal classifié, pt est petit, (1 − pt)λ est

29
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proche de 1 et la Focal Loss est équivalente à l’entropie croisée. Lorsque pt est proche
de 1 alors la focal loss va attribuer un faible poids à cet exemple.

Plus globalement, comme illustré Figure 1.19, le modèle utilise ResNet associé à un
FPN comme backbone auxquels sont ajoutés des têtes de classification de régression de
boites englobantes. Le modèle utilise 9 ancres par niveau de pyramide. Une ancre est
associée à une vérité de terrain si son IoU avec sa boite englonbante est supérieure à
0.5 et et est considérée comme négative si l’IoU en question est inférieure à 0.4. Si l’IoU
est comprise entre 0.4 et 0.5, l’anchor est ignorée durant l’entrâınement.

YOLO V3

Figure 1.20 – Architecture de YOLO V3. Source Kathuria [2018b]

YOLO V3 Redmon et Farhadi [2018] est un modèle plus performant que YOLO
V2 mais au prix d’un temps d’inférence plus long. Ceci vient principalement de la
nouvelle architecture utilisée qui est basée sur la backbone darknet-53. Cette dernière
est initialement un modèle à 53 couches de convolution entrâıné sur Imagenet. Pour la
tâche de détection, 53 couches supplémentaires ont été ajoutées au réseau. Le réseau
complet est ainsi un réseau complètement convolutionnel à 106 couches. L’architecture
du modèle est illustrée Figure 1.20. Contrairement à ses prédécesseurs, YOLO V3 ef-
fectue des prédictions à trois échelles différentes comme le ferait un FPN. Les cartes de
caractéristiques permettant la prédiction à plusieurs niveaux sont obtenues en combi-
nant des caractéristiques issues de couches profondes et de couches de moins profondes.
Cela permet de combiner de l’information sémantique et de l’information détaillée.

La détection est obtenue en effectuant des convolutions 1 ∗ 1 sur ces cartes de
caractéristiques de trois tailles différentes obtenues à trois niveaux différents dans le
réseau. Pour chacune de ces échelles, la profondeur du volume de sortie est égale à
B ∗ (5 +C), B étant le nombre de boites prédites par une cellule donnée et C étant le
nombre de classes à prédire. Pour chaque boite, quatre attributs de boites englobantes
et un score sont prédits. Ceci est illustré Figure 1.21.
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Figure 1.21 – Grille prédite par YOLO V3. Source Kathuria [2018a]

Fully Convolutional One-Stage Object Detection(FCOS)

Figure 1.22 – Architecture de FCOS. Source Tian et collab. [2019]

La plus part des approches de détection décrites précédemment font usage d’ancres.
Celles-ci impliquent de nombreux hyper-paramètres tel que le nombre d’ancres à uti-
liser, leur ratio ou leur taille. Tous ces hyper-paramètres ont un impact sur les perfor-
mances de ces réseaux. De plus, ces ancres sont associées aux vérités de terrain selon un
critère de chevauchement basé sur l’IoU. Le seuil associé à cette IoU détermine si une
ancre donnée dans une grille va être considérée comme positive et associée à un objet de
l’image. FCOS Tian et collab. [2019] propose de prédire directement les coordonnées
des boites sans passer par l’utilisation d’ancres. L’idée est d’associer chaque point des
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cartes de sortie du CNN à un pixel de l’image. Si le pixel de l’image se situe dans une
boite englobante, alors le point correspondant de la carte de sortie sera responsable de
prédire sa classe et les dimensions de la boite correspondante. Ainsi, puisqu’il n’y a
pas d’ancre, il n’est pas nécessaire de calculer d’IoU afin de déterminer les cellules sur
lesquelles une fonction de perte de régression sera calculée. Chaque position positive
(qui se situe à l’intérieur d’une boite englobante de vérité de terrain) sera entrâınée à
régresser les dimensions de la boite correspondante.

Comme illustré par la Figure 1.22, FCOS utilise les FPN. Une tête de prédiction est
appliquée à chaque niveau de la pyramide. Outre les avantages des FPN déja décrits,
cela permet à FCOS de gérer les situations où deux objets se chevauchent. Sans FPN,
les points se situant dans les zones de chevauchement ne pourraient être associés qu’à
un seul de ces objets. Avec les FPN, si les objets sont de tailles différentes, ils vont
être traités par des niveaux différents de la FPN et une prédiction pour les deux objets
sera possible, même en cas de chevauchement. En plus des tâches de classification et
de régression des boites, le réseau prédit également un terme de centerness qui indique
à quel point le point chargé de la prédiction de l’objet est proche du centre la boite.
En inférence, cette valeur est multipliée par le score de classification avant de trier les
boites englobantes.

Lapnet

Lapnet Chabot et collab. [2019] est un modèle basé ancres qui offre un compromis
entre la précision d’un détecteur et son temps d’exécution. En effet, bien qu’étant moins
précis que F-COS ou Retina-Net, il est en revanche plus rapide. Ceci est possible car
l’algorithme adresse deux problématiques rencontrées dans les modèles single-shot.

La première concerne l’ambigüıté dans l’assignation des ancres aux vérités de ter-
rain. Les modèles de détection utilisant des ancres prédéfinies prédisent si une ancre
contient un objet (ancre positive) ou non (ancre négative) et régressent des valeurs afin
de corriger ces ancres afin de la faire correspondre aux boites de vérité de terrain. Une
ancre est considérée positive en fonction de l’IoU de cette ancre avec la boite de vérité
de terrain qui doit être supérieure à un seuil prédéfini. Néanmoins, à cause du caractère
discret des ancres, il peut arriver qu’aucune ancre ne chevauche une boite de vérité de
terrain avec le seuil fixé ou qu’une même ancre chevauche pareillement deux boites
de vérités de terrain causant des problèmes d’ambigüıté lors de l’assignation. Afin de
répondre à cette problématique, les auteurs introduisent une nouvelle méthode afin
d’effectuer cette assignation. Celle-ci n’est plus basée sur chevauchement absolu (l’IoU)
mais sur un chevauchement normalisé pour chaque objet, appelé PONO. Celui-ci est
défini comme étant l’IoU entre une ancre et une boite englobante de vérité de terrain,
normalisée par l’IoU maximale entre cette boite et toutes les autres ancres qui la che-
vauchent. De plus, une stratégie est proposée afin de permettre au réseau de corriger
par lui-même cette affectation durant l’entrâınement. Si le réseau a des difficultés à
corriger une ancre afin qu’elle corresponde à sa vérité de terrain associée alors celle-ci
est considérée comme négative.

La seconde concerne le déséquilibre de classes et de tailles d’objets. Les classes sur-
représentées et les objets de grande taille sont généralement mieux appris par le réseau
que les autres car la fonction de perte à optimiser est dominée par ces objets. Afin de
contrebalancer ces déséquilibres, les auteurs introduisent une nouvelle fonction de perte
basée sur l’incertitude homoscédastique dans laquelle des pondérations automatiques
associées à chaque classe et à chaque ancre sont optimisées durant l’entrâınement.
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1.5 Conclusion

Dans ce chapitre, nous avons présenté le fonctionnement de réseaux de neurones
et leur utilisation dans les tâches cruciales de vision par ordinateur que sont la classi-
fication d’images et la détection d’objets. Ainsi, avons-nous principalement traité des
réseaux de neurones convolutifs profonds très utilisés en vision par ordinateur et dans
les travaux réalisés durant cette thèse. De nombreuses architectures ont été proposées
afin de répondre aux problématiques de la classification d’images puis celles de la détec-
tion d’objets. Ces travaux ont permis de découvrir des architectures plus performantes,
plus rapides et nécessitant un nombre moins important de paramètres. Néanmoins, la
communauté scientifique reste très active sur ces sujets afin de proposer des modèles
toujours plus performants.
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2.1 Introduction

Dans ce chapitre, nous présentons les travaux récents basés sur l’apprentissage pro-
fond et en lien avec la problématique étudiée durant cette thèse : l’estimation de poses
3D humaines à partir d’images RGB. Cet état de l’art est divisé en plusieurs sections.
Nous présentons tout d’abord les algorithmes d’estimation de poses 2D humaines. En-
suite, nous détaillons les méthodes d’estimation de poses 3D humaines à partir d’images
RGB monoculaires. Les ensembles de données existants permettant d’entrâıner des
modèles à effectuer ces tâches sont ensuite présentés. La section suivante traite des
différentes métriques utilisées en estimation de poses 3D. Enfin, nous positionnons les
travaux réalisés durant cette thèse face à cet état de l’art.

2.2 Estimation de poses 2D humaines

L’estimation de poses 2D humaines consiste à prédire les coordonnées 2D des arti-
culations humaines dans l’image, à partir de simples images RGB. On distingue l’es-
timation de poses 2D mono-personne et multi-personnes. Dans le cas mono-personne,
l’image ne contient qu’une seule personne entièrement visible. Dans le cas multi-personnes,
l’image peut contenir plusieurs personnes, en nombre inconnu, qui peuvent mutuelle-
ment s’occulter, se situer à des positions indéterminées et être de taille variable notam-
ment à cause de leur distance à la caméra.

2.2.1 Estimation de poses 2D mono-personne

Figure 2.1 – Exemple de cartes de chaleurs pour diffèrentes articulations.

L’estimation de poses 2D mono-personne peut être divisée en deux catégories :
les approches utilisant la régression et les approches fondées sur la détection. Les ap-
proches utilisant le régression effectuent une correspondance directe entre l’image et les
coordonnées des articulations. Les approches fondées sur la détection considèrent les
articulations comme des cibles de détection en prédisant des cartes de chaleur. Celles-ci
estiment la probabilité que chaque pixel contienne une articulation donnée. Les cartes
de chaleur de vérité de terrain sont générées à partir de gaussiennes 2D autour de
la position des articulations. En inférence, les positions 2D prédites sont obtenues en
extrayant les maxima locaux à partir des cartes de chaleur. Un exemple de cartes de
chaleurs est donné Figure 2.1.

La régression directe des coordonnées des articulations est difficile car le passage
de l’image à ces coordonnées présente un haut niveau de non linéarité. Avec le second
type d’approches, les cartes de chaleurs prédites ont une résolution beaucoup plus petite
que l’image d’entrée à cause de l’opération de pooling utilisées dans les CNN ce qui
limite la précision de l’estimation des articulations possible avec ce type d’approches.
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De plus, obtenir les coordonnées 2D à partir de cartes de chaleurs est une opération
non différentiable ce qui rend impossible l’entrâınement de bout en bout du CNN.

Régression directe des coordonnées 2D

(a) Etape initiale (b) Etape s

Figure 2.2 – Modèle DeepPose. A l’étape initiale (Figure a), le modèle prend en entrée une
image contenant une personne à partir de laquelle il fait une première estimation grossière des
coordonnées 2D de chaque articulation. Un recadrage est ensuite effectué autour de chaque
position 2D estimée. Cette image recadrée est ensuite donnée en entrée à un autre réseau qui
va prédire des coordonnées 2D plus précises (Figure b). Cette étape est répétée plusieurs fois
afin d’aboutir à des coordonnées 2D de plus en plus précises. Source Toshev et collab. [2014]

Figure 2.3 – Schémas de l’approche de Carreira et collab. [2016]. Source Carreira et col-
lab. [2016]

Les premières approches utilisant l’apprentissage profond, pour l’estimation de
poses 2D humaines formulent le problème comme une tâche de régression des coor-
données 2D des articulations via un CNN.

Dans DeepPose Toshev et collab. [2014], le modèle consiste en un backbone Alex-
Net avec une dernière couche de régression qui prédit 2k valeurs de coordonnées, k étant
le nombre d’articulations à localiser. Le modèle est entrâıné en utilisant une fonction
de perte de type L2. Une structure en cascade est adoptée afin de raffiner de manière
itérative les poses estimées. Une estimation grossière de la position des articulations est
d’abord effectuée à partir de l’image qui est ensuite recadrée autour de la position de
l’articulation prédite et donnée à un autre réseau qui va raffiner cette prédiction. Les
réseaux de raffinement reçoivent ainsi entre entrée des images de plus haute résolution
et sont capables de localiser les articulations plus précisément. Ce processus est illustré
Figure 2.2.
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Dans Carreira et collab. [2016], une approche itérative est également employée.
Tel qu’illustré Figure 2.3, une première estimation des positions 2D des articulations
y0 est d’abord effectuée à partir de l’image I. y0 est transformée grâce à une fonction
g en cartes de chaleur qui sont concaténées avec l’image I afin d’obtenir l’entrée X0.
X0 est ensuite donné en entrée à un autre CNN f qui va prédire un terme d’erreur ε0
correspondant à la différence entre les coordonnées 2D régressées y0 et les coordonnées
2D réelles. y1 est ensuite obtenu en ajoutant e0 à y0. De nouvelles cartes de chaleur
sont obtenues en appliquant g à y1 et on peut ainsi réitérer le processus de correction
plusieurs fois afin d’aboutir à des estimations plus précises.

Approches fondées sur l’estimation de cartes de chaleur

Figure 2.4 – Vue d’ensemble de l’approche de Tompson et collab. [2015]. Source Tompson
et collab. [2015]

Figure 2.5 – Architecture des Convolutional Poses Machines. Source Wei et collab. [2016]

Figure 2.6 – Architecture des Stacked Hourglass Networks. Source Newell et collab. [2016]
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Alors que les premières approches d’estimation de poses 2D mono-personne ré-
gressent directement les positions 2D des articulations à partir d’une image, des mo-
dèles plus performants prédisant des cartes probabilistes appelées cartes de chaleur
(heatmap) ont été proposés.

L’approche de Tompson et collab. [2015] génère des cartes de chaleur en utilisant
des images à différentes résolutions en parallèle afin de capturer des caractéristiques
à plusieurs échelles. Comme illustré Figure 2.4, cette approche se compose de deux
modèles. Le premier, le Coarse Heatmap Model, effectue une première estimation gros-
sière des cartes de chaleurs. Le second prend en entrée des cartes de caractéristiques
recadrées autour de la position 2D d’une articulation et estime une carte de chaleur
plus précise. A la différence de la méthode de Carreira et collab. [2016] qui régresse
des coordonnées puis les transforme en cartes de chaleur, celle de Tompson et collab.
[2015] prédit directement les cartes en questions à partir de l’image.

Les Convolutional Pose Machines (CPM) Wei et collab. [2016] sont un modèle
à plusieurs étapes complètement différentiables et entrâınées de manière jointe. Cette
méthode raffine itérativement une carte de chaleur estimée à l’étape précédente en
la combinant avec des caractéristiques CNN de l’image, tel qu’illustré Figure 2.5. Une
fonction de perte de supervision intermédiaire est utilisée pour l’entrâınement de chaque
étape.

De même, Newell et collab. [2016] proposent un modèle utilisant les cartes de cha-
leur avec un raffinement itératif. Une nouvelle architecture, appelée Stacked Hourglass
Network est introduite. Le module de base de cette architecture, le réseau Hourglass,
capture de l’information à différentes échelles. Alors que l’information locale est indis-
pensable afin de localiser précisément les articulations visibles, une information globale
de contexte est également nécessaire afin de localiser les articulations occultées. Le
réseau Hourglass effectue ainsi deux traitements successifs :

— d’abord des traitements dits de bas en haut (bottom-up processing) : en partant
de cartes de caractéristiques de haute résolution, des cartes de caractéristiques
de basse résolution sont générées par application de couches de convolutions et
de pooling

— puis des traitements dits de haut en bas (top-down processing) où les cartes de
caractéristiques sont sur-échantillonnées et combinées à travers les échelles

Des connexions en saut (skip connexion) sont également utilisées afin de préserver
l’information contenue à chaque résolution. Le réseau est dit empilé (stacked) car plu-
sieurs modules hourglass sont connectés les uns aux autres. A la manière d’un CPM, le
premier hourglass reçoit des caractéristiques CNN de l’image et effectue une première
prédiction. Les autres hourglass reçoivent en entrée des caractéristiques de l’image com-
binées aux prédictions de l’hourglass précédent et raffinent ces prédictions. En tout,
huit réseau hourglass sont empilés.

Luvizon et collab. [2019] proposent un framework complètement diffèrentiable qui
permet d’extraire automatiquement les coordonnées 2D à partir de cartes de caracté-
ristiques en proposant une nouvelle fonction appelée Soft-argmax.

2.2.2 Estimation de poses 2D multi-personnes

L’estimation de poses 2D multi-personnes est un problème plus complexe que le cas
mono-personne. En effet, le nombre et la position des personnes est inconnu. Afin de
résoudre ce problème deux types d’approches ont été proposées :
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— les approches tow-down qui utilisent un détecteur de personnes afin de détecter
les personnes dans l’image et qui estiment la pose 2D pour chaque personne
individuellement

— les approches bottom-up qui détectent d’abord toutes les articulations et qui en-
suite regroupent ensemble les articulations appartenant à une même personne.

Chaque type d’approches a des avantages et des inconvénients. Les méthodes bottom-
up sont généralement plus rapides lorsque le nombre de personne augmente car elles
traitent l’image entière en une seule fois. Néanmoins, les benchmarks actuels comme
COCO Keypoints Lin et collab. [2014] montrent que les approches top-down sont plus
précises car chaque sujet est traité à la même échelle par l’estimateur de poses 2D.

Approches top-down

Mask R-CNN He et collab. [2017] est une extension de Faster R-CNN pour la
segmentation d’instance et l’estimation de poses humaines. Comme Faster R-CNN, il
contient également un RPN et un module de classification et de régression de boites.
La couche de RoI Pooling est remplacée par le RoI Align qui évite les problèmes de dis-
crétisation induits par le premier. L’interpolation bilinéaire est utilisée afin de calculer
les valeurs exactes des caractéristiques d’entrée à des positions régulièrement échan-
tillonnées dans la région d’intérêt et qui sont rassemblées grâce à une opération de
pooling. Un nouveau module d’estimation de masques de segmentation est incorporé
au réseau. Celui-ci peut être aussi bien utilisé pour des masques de segmentation que
pour localiser des articulations humaines. Le problème d’estimation de poses est en
effet formulé comme un problème de segmentation où le modèle prédit K masques de
segmentation, K étant le nombre d’articulations humaines à localiser.

La méthode proposée par Papandreou et collab. [2017] prédit des cartes de cha-
leurs et des ajustements 2D et fusionne ces prédictions afin de générer des cartes de
chaleur plus précises. Chen et collab. [2018] utilisent des Pyramid Network en cascade
afin de générer des poses 2D qui sont raffinées en se concentrant sur les articulations
difficiles. Xiao et collab. [2018] utilisent une architecture simple avec un backbone CNN
et plusieurs couches de sur-échantillonnage.

Approches bottom-up

Les approches bottom-up proposées dans l’état de l’art diffèrent principalement par
la méthode d’association utilisée afin de regrouper les articulations appartenant à la
même personne.

L’approche proposée par Cao et collab. [2017] extraie des caractéristiques à l’aide
du backbone VGG-19. Ces caractéristiques sont ensuite traitées par deux branches
parallèles. La première prédit des cartes de chaleur afin de localiser les différentes arti-
culations dans l’image. La seconde prédit des vecteurs 2D appelés Part Affinity Fields
(PAF) qui modélisent l’association entre des articulations parents et des articulations
enfant. A la manière d’un CPM, un raffinement itératif des prédictions est effectué.
Pendant l’inférence, des graphes bipartites sont formés entre pairs d’articulations. En
utilisant les valeurs des PAF, les articulations prédites peuvent ainsi être associées aux
personnes de l’image.

Newell et collab. [2017] effectuent le regroupement des articulations en assignant
des valeurs de tags similaires aux articulations appartenant à la même personne et des
valeurs différentes aux articulations appartenant à des personnes différentes.
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Kreiss et collab. [2019] introduisent une nouvelle architecture avec deux têtes de
prédiction. La première tête prédit des Part Intensity Fields qui sont composés d’une
carte de chaleur de détection, d’un vecteur afin d’affiner la détection obtenue par la
carte de chaleur et d’une échelle qui dépend de la taille de l’articulation dans l’image.
La seconde tête prédit des Part Associative Fields qui permettent de prédire des as-
sociations entre articulations. Ces derniers sont composés d’un score de confiance, de
deux vecteurs indiquant la position des deux articulations à associer et de deux termes
représentant la précision spatiale des prédictions.

2.3 Estimation de poses 3D humaines

L’estimation de poses 3D humaines consiste à prédire la position des coordonnées
humaines dans l’espace 3D à partir d’images monoculaires RGB. Comme dans le cas
2D, il existe deux types d’approches : les approches mono-peronne et les approches
multi-personnes.

2.3.1 Estimation de poses 3D mono-personne

Figure 2.7 – Approche directe et approche par reconstruction d’estimation de poses 3D
mono-personne.

L’estimation de poses 3D est plus complexe que l’estimation de poses 2D car celle-
ci implique d’estimer en plus la profondeur de chaque articulation. De plus, un vérité
de terrain 3D n’est pas aussi facile à obtenir que les ensembles d’apprentissages 2D.
Comme illustré par la Figure 2.7, deux types d’approches existent : les approches par
reconstruction qui prennent en entrée une pose 2D obtenue par méthode d’estimation
de poses 2D et estiment la profondeur dans un second temps et les approches directes
qui prédisent une pose 3D directement à partir d’une image.
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Approches par reconstruction

Figure 2.8 – Modèle proposé par Martinez et collab. [2017]. Source Martinez et collab.
[2017]

Les modèles par reconstruction effectuent d’abord une estimation de pose 2D afin
de prédire la position 2D des articulations dans l’image et reconstruisent une pose 3D
à partir de cette pose 2D. Ils tirent ainsi avantage des performances des estimateurs de
poses 2D et de leur grande capacité de généralisation grâce à la disponibilité de grands
ensembles de données 2D en conditions réelles.

Martinez et collab. [2017] proposent un perceptron multi-couches afin d’effectuer
cette reconstruction. Il est composé de deux couches complètement connectées avec des
connections résiduelles et prédit les coordonnées 3D des articulations à partir de leurs
positions 2D. Ce modèle est illustré Figure 2.8. Li et Lee [2019] considèrent l’estimation
de poses 3D comme un problème avec plusieurs solutions possibles. Plusieurs hypothèses
de poses 3D sont générées à partir de poses 2D et celle qui se projette le mieux en 2D est
retenue. Moreno-Noguer [2017] proposent de représenter les poses 2D et 3D comme
des distances entre paires d’articulations. Nie et collab. [2017] ont conçu un modèle
ayant une structure en arbre afin de modéliser la connexion anatomique et cinématique
des articulations. Fang et collab. [2018] proposent un modèle appelé grammaire de
poses qui étend les réseaux de neurones récurrents bi-directionnels et encodent des
informations a priori sur la pose humaine comme les connexions entre articulations, la
symétrie du corps humain et la coordination des mouvements. Wang et collab. [2018]
introduisent une fonction de perte qui permet l’ordonnancement des profondeurs des
articulations humaines. Cet ordonnancement et la pose 2D sont utilisés afin d’estimer
une pose 3D. Dans l’approche proposée par Chen et collab. [2019], la reconstruction
3D est apprise uniquement à partir de vérités de terrain de poses 2D. Le squelette 3D
estimé est projeté en 2D et un discriminateur est utilisé afin de reconnâıtre les poses
3D anatomiquement correctes.

Approches directes

Les approches par reconstruction ne sont pas robustes aux ambigüıtés inhérentes
à la reconstruction 3D à partir d’une seule vue. En effet, elles n’exploitent pas des
indices visuels importants comme les ombres et les occultations afin de résoudre ces
ambigüıtés. Les approches directes, qui prédisent une pose 3D directement à partir
d’une image, peuvent prendre en compte toute l’information contenue dans image RGB
qui est beaucoup plus riche que la pose 2D.

Pavlakos et collab. [2017] proposent une représentation volumétrique de la pose
3D humaine et une prédiction avec raffinement itératif. La représentation volumétrique
est illustrée Figure 2.10. L’espace 3D autour du sujet est discrétisé en voxels. Le modèle
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Figure 2.9 – Représentation volumétrique employée par Pavlakos et collab. [2017]. Source
Pavlakos et collab. [2017]

Figure 2.10 – Architecture coarse to fine proposée par Pavlakos et collab. [2017]. Source
Pavlakos et collab. [2017]
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proposé est alors entrâıné à prédire, pour chaque voxel et pour chaque articulation, la
probabilité que ce voxel contienne l’articulation considérée. Le modèle itératif proposé
suit un schéma grossier à fin (coarse to fine). A cause de la taille de la représentation
volumétrique, les auteurs montrent qu’empiler plusieurs modules de raffinement avec
la même représentation volumétrique n’est pas efficace. De meilleurs performances sont
obtenues en augmentant progressivement la résolution de la dimension de profondeur z
du volume. Sun et collab. [2018] utilisent une couche de soft-argmax afin d’extaire des
coordonnées 3D à partir d’une représentation volumétrique de manière différentiable.
Leur approche combine ainsi les avantages d’une représentation volumétrique et d’une
régression. Tekin et collab. [2016] pré-entrâınent un auto-encodeur afin d’apprendre
une représentation latente de haute dimension de la pose 3D et utilisent un réseau peu
profond afin de prédire une pose 3D à partir de cette représentation.

Les modèles entrâınés sur les ensembles de données d’estimation de poses 3D exis-
tants généralisent très mal à des images acquises dans des conditions réelles. En effet,
ces ensembles de données sont collectés dans des milieux contraints de la laboratoire
et sont peu représentatifs des images réelles. C’est ainsi que, dans la littérature, de
nombreuses approches sont entrâınées à la fois sur des images issues d’ensembles de
données 2D et d’autres issues d’ensembles de données 3D. Ces modèles bénéficient alors
d’un entrâınement sur des images riches et variées issues des images 2D et des anno-
tations de poses 3D des ensembles de données 3D. Li et Chan [2014] proposent une
approche multi-tâches composée d’une tâche de détection de parties humaines et d’une
tâche de régression de poses 3D. Mehta et collab. [2017a] proposent une méthode de
transfert-learning permettant d’exploiter les caractéristiques apprises sur des ensembles
de données 2D. Zhou et collab. [2017] introduisent des contraintes géométriques afin
de superviser la profondeur des articulations sur des images issues d’ensembles de don-
nées 2D. Yang et collab. [2018] utilisent l’apprentissage adverse afin de permettre
une meilleure généralisation aux images issues de conditions réelles. Un discrimina-
teur multi-sources est utilisé afin de distinguer les poses 3D prédites des poses réelles.
Pavlakos et collab. [2018] utilisent un signal de supervision faible basé sur l’ordre de
profondeur des articulations facile à annoter pour des images réelles. Dabral et col-
lab. [2018] proposent une fonction de perte qui pénalise les prédictions anatomiquement
incorrectes comme des squelettes asymétriques et des angles illégaux. Luvizon et col-
lab. [2018] introduisent une approche multi-tâches qui effectue l’estimation jointe de de
poses 2D et 3D et la reconnaissance d’actions à partir d’une séquence d’images.

2.3.2 Estimation de poses 3D multi-personnes

L’estimation de poses 3D multi-personnes est un domaine qui n’est étudié que depuis
peu dans la littérature. Une méthode d’estimation de poses 3D complète doit être
capable d’estimer la pose 3D relative de chaque personne dans l’image mais également
pouvoir situer chaque personne dans le repère 3D de la caméra. Afin de permettre leur
exploitation, ces poses 3D doivent être consistantes dans le temps et être suivies d’une
image à l’autre.

Rogez et collab. [2019] proposent le réseau de Localisation, Classification, Ré-
gression (LCR-Net) qui est exécuté en trois étapes. Des propositions de poses sont
générées puis classifiées en des ancres de poses qui sont raffinées à l’aide d’un réseau de
régression. Les ancres de poses sont obtenues après clustering sur des poses humaines
d’apprentissage. L’approche d’estimation de poses 3D absolues Moon et collab. [2019]
est composée de trois modules : un module de détection (DetectNet), un module d’es-
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timation de poses 3D relatives (PoseNet) et un module de localisation 3D de l’articu-
lation racine des personnes (RootNet). Chaque personne détectée par DectetNet est
rognée dans l’image et redimensionnée afin d’être traitée par PoseNet et RootNet. Bien
qu’étant très précise dans les poses 3D estimées, cette approche a un temps d’exécution
d’autant plus grand que le nombre de personnes dans l’image est élevé.

Des méthodes dites single-shot, prédisant toutes les poses 3D des personnes visibles
dans l’image en une seule fois, ont également été proposées. Ces méthodes ont l’avan-
tage d’être plus rapides que les approches décrites précédemment lorsque le nombre de
personnes dans l’image devient important. Toutes les approches d’estimation de poses
3D multi-personnes single-shot estiment à la fois des poses 2D et 3D et utilisent des
cartes de chaleur afin de détecter chaque articulation. Mehta et collab. [2017b] pro-
posent une méthode bottom-up fondée sur des cartes de chaleur 2D et les Part Affinity
Fields. Des cartes robustes aux occultations, Occlusion-Robust Pose-Maps (ORPM),
sont proposées afin de permettre une robustesse aux occultations et aux images rognées.
MubyNet, proposé par Zanfir et collab. [2018a], prédit un nombre fixe de cartes afin
de stocker les poses 2D et 3D de toutes les personnes de l’image. Le vecteur de poses
3D est stocké à toutes les positions 2D du squelette provoquant des conflits lorsque des
personnes se chevauchent. Le modèle attribue un score aux associations possibles entre
articulations et un problème global d’optimisation, basé sur des séquences d’images, est
résolu afin de regrouper les articulations en des squelettes complets. Mehta et collab.
[2019] estiment la pose 3D de plusieurs personnes en trois étapes. D’abord, un CNN
appelé SlecSLS prédit des poses 2D à l’aide de cartes de chaleur et un encodage in-
termédiaire de la pose 3D pour les articulations visibles uniquement. Ensuite, la pose
3D complète (y compris pour les articulations occultées) est reconstruite à l’aide d’un
perceptron multi-couches. Enfin, un raffinement, basé sur la stabilité temporelle, est
effectué.

Fabbri et collab. [2020] prédisent des poses 3D absolues en utilisant une repré-
sentation volumétrique de haute résolution. Alors que la représentation employée par
Pavlakos et collab. [2017] est mono-personne et encode uniquement les positions 3D
des articulations d’une seule personne dans un repère relatif à la personne, la représen-
tation proposée ici encode toutes les personnes de l’image (jusqu’à plusieurs dizaines)
dans l’espace caméra (avec une profondeur pouvant allant jusqu’à une centaine de
mètres). Cette représentation de dimension très élevée est difficile à prédire par un
CNN. Les auteurs utilisent alors un auto-encodeur afin de compresser cette représen-
tation et le CNN est entrâıné à estimer cette représentation compressée qui peut être
décompressée à l’inférence afin de retrouver la représentation originale.

2.3.3 Estimation de poses 3D temporelles

L’aspect temporel est important dans l’estimation de poses 3D et ses applications.
En estimation de poses 3D mono-personne, estimer des poses 3D indépendemment pour
chaque image d’une vidéo font que celles-ci peuvent être imprécises et incohérentes
dans le temps. En estimation de poses 3D multi-personnes, afin que les poses 3D soient
exploitables pour des applications telles que la reconnaissance d’activités, il est de plus
indispensable que l’estimateur de poses 3D produise des séquences de poses 3D pour
chaque personne en assurant le suivi des poses.

En estimation de poses 3D mono-personnes, plusieurs approches par reconstruction,
prenant en entrée un séquence de poses 2D , ont été proposées. Lin et collab. [2017]
ont introduit un modèle qui apprend des contraintes structurelles et temporelles. Un
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raffinement séquentiel à plusieurs étapes est adopté. Il est composé d’un module de
pose 2D, d’un module de passage de la pose 2D vers la pose 3D et d’un module de
prédiction séquentielle. Dans le modèle proposé par Rayat Imtiaz Hossain et Little
[2018], le lissage temporel est permis par l’utilisation d’un réseau séquence-à-séquence.
Celui-ci permet de prédire des poses 3D cohérentes dans le temps même lorsque le
détecteur 2D échoue. Pavllo et collab. [2019] introduisent un modèle complètement
convolutionnel utilisant les convolution dilatées afin de prédire des poses 3D à partir
de longues séquences de poses 2D.

Certaines approches directes exploitent également l’information temporelle. Zanfir
et collab. [2018b] estiment des poses 3D à partir d’une séquence d’images. Un processus
en pipeline est suivi par une raffinement de poses utilisant une optimisation non linéaire
et des contraintes sémantiques et temporelles. Mehta et collab. [2017a] obtiennent des
poses 3D absolues consistantes dans le temps en optimisant une fonction qui combine
les poses 2D et 3D prédites en appliquant un modèle cinématique du squelette humain.

En estimation de poses 3D mutli-personnes, l’aspect temporel n’est souvent pas
pris en compte. Lorsque le contexte temporel est exploité, c’est soit comme contrainte
dans un processus d’estimation de poses 3D par optimisation Zanfir et collab. [2018a]
soit comme post-processing lors de l’inférence Mehta et collab. [2019]. Dans les deux
cas, une méthode de suivi simple est adoptée et aucune indication n’est fournie sur la
précision et la cohérence des séquences de poses 3D produites.

2.4 Ensemble de données pour l’estimation de poses

humaines
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TNom Multi-Person ? 2D ou 3D ? Images en extérieur ? Réel ou synthétique Nombre de poses Nombre de caméras Nombre d’acteurs

LSP Non 2D Oui Réel 2000
MPII Non 2D Oui Réel 40000
COCO Oui 2D Oui Réel 25000
Cropwpose Oui 2D Oui Réel 80000
Human 3.6M Non 3D Non Réel 3.6 millions 4 11
MPI-INF-3DHP Non 3D Oui (pour le test seulement) Réel 1.3 millions 14 8
CMI Panoptic Oui 3D Non Réel 1.5 millions 521 Jusqu’à 8 par image
MuCO-HP Oui 3D Non Synhétique (compostion d’images issues deMPI-INF-3DHP) Jusqu’à 3 par image
MuPoTS-3D Oui 3D Oui Réel 20 000 Jusqu’à 3 par image
JTA Oui 3D Oui Synthétique (jeu vidéo GTA V) 10 millions Jusqu’à 60 par image

Tableau 2.1 – Tableau récapitulatif des principaux ensembles de données d’estimation de poses humaines
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Si de grands progrès ont pu être accompli en estimation de poses humaines, c’est
grâce à la disponibilité d’ensembles de données à large échelle. Ils sont en effet très im-
portants dans l’estimation de poses humaines utilisant des méthodes d’apprentissage
profond. La taille des ensembles de données est cruciale pour les réseaux de neurones.
De petits ensembles de données sont insuffisants pour apprendre des caractéristiques
robustes et sont inadaptés pour des réseaux avec de nombreuses couches cachées et
des architectures complexes. De plus, ils peuvent causer un sur-apprentissage. Les en-
sembles de données sont indispensables pour une comparaison juste mais la proposition
de nouveaux ensembles de données apporte également plus de défis et de complexité.
Nous allons ici décrire les principaux ensembles de données existants pour l’estimation
de poses humaines 2D ou 3D.

2.4.1 Ensembles de données pour l’estimation de poses 2D
humaines

Plusieurs ensembles de données ont été proposés et utilisés afin d’entrâıner et com-
parer les modèles entre eux dans la tâche d’estimation de poses 2D humaines. La
tendance est à l’enrichissement des ensembles de données avec des images de plus en
plus complexes et plus proches des images prises en conditions réelles. Alors que les
premiers ensembles de données étaient mono-personne (avec des images découpées au-
tour d’une seule personne) et peu variés, les ensembles de données plus récents sont
beaucoup plus variés, comportent un nombre toujours plus important de personnes qui
se chevauchent fréquemment, rendant l’estimation de poses 2D plus complexe. Nous
décrivons ici les principaux ensembles de données utilisés dans la littérature pour cette
tâche.

Leads Sport Pose (LSP)

Figure 2.11 – Exemples d’images de l’ensemble de données LSP. Source Johnson et Eve-
ringham [2010]

L’ensemble de données LSP Johnson et Everingham [2010] contient 2000 images
collectées sur Flickr et annotées avec des poses 2D complètes de personnes effectuant
principalement des activités sportives. Dans ces images, les personnes ont une taille
d’environ 150 pixels. 14 articulations sont annotées. Des exemples d’images de cet
ensemble de données sont illustrés Figure 2.11.

MPII Human Pose

L’ensemble de données MPII Human Pose Andriluka et collab. est un ensemble
de données plus riche et diverse que le précédent. Il couvre en effet un champ plus large
d’activités humaines, des milieux plus variés et avec une diversité plus grande de points
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Figure 2.12 – Exemples d’images de l’ensemble de données MPII Human Pose. Source An-
driluka et collab.
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de vue. De plus, LSP, bien qu’incluant des poses articulées de sportifs, est limité par la
faible variabilité d’apparence des personnes qui portent tous des tenues de sport et par
l’absence de troncatures et d’occultations par d’autres objets de la scène. MPII Human
Pose contient environ 25000 images avec au total plus de 40 000 personnes annotées et
410 activités humaines représentées. Les images ont été collectées à partir de YouTube.
Des exemples d’images de cet ensemble de données sont illustrés Figure 2.12.

COCO keypoints

Figure 2.13 – Exemples d’images de l’ensemble de données COCO keypoints. Source Lin
et collab. [2014]

L’ensemble de données COCO, proposé par Lin et collab. [2014], est l’ensemble de
données le plus communément utilisé en vision par ordinateur. Il contient des images
avec des scènes complexes et une multitude d’objets. A chaque image sont associés
plusieurs labels comme les boites englobantes des objets contenus dans l’image ou les
masques de segmentation. L’ensemble de données contient au total plus 328 000 images
avec 2.5 millions d’objets annotés et 91 classes.

L’ensemble de données COCO keypoints est un sous-ensemble de 200 000 images de
l’ensemble de données COCO contenant 250 000 instances de personnes annotées avec
leur pose 2D. Alors que pour l’ensemble de données MPII Human Pose, la position et
l’échelle de la personne sont supposées connues lors de l’entrâınement et l’évaluation, ces
informations doivent être prédites par les algorithmes s’évaluant sur COCO keypoints.
Celui-ci nécessite de localiser les personnes et leurs articulations dans des conditions
non contrôlées. Des exemples d’images de cet ensemble de données sont donnés Figure
2.13.

Crowdpose

Bien que riche et comptant des personnes dans des contextes variés, l’ensemble
de données COCO keypoints contient 67% d’images avec aucun chevauchement entre
personnes. Cela implique que les modèles s’entrâınant et s’évaluant sur cet ensemble
de données sont peu robustes aux fortes occultations entre personnes. Crowdpose Li
et collab. [2019] est un ensemble de données qui s’attaque au problème de l’estimation
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(a) IF de MPII (b) IF de COCO keypoints (c) IF de Crowdpose

Figure 2.14 – Indice de Foule (IF) de différents ensembles de données de pose 2D humaine.
Source Li et collab. [2019]

de poses 2D dans des images de foules. Ici, on entend par images de foules des images
où des personnes se chevauchent fortement et fréquemment. Cet ensemble de données
contient 20 000 images avec 80 000 personnes annotées. Les auteurs introduisent une
nouvelle mesure, l’Index de Foule (IF) d’une image qui est définit comme suit :

IF = 1
n

n∑
i=1

N b
i

Na
i

(2.1)

Où n est le nombre de personnes de l’image, Na
i est le nombre d’articulations de la

personne i et N b
i est le nombre d’articulations appartenant à d’autres personnes que la

personne i mais qui se situent dans la boite englobante de cette personne. Plus IF est
grand et plus l’image contient des personnes qui se chevauchent. Alors que MPII (Figure
2.14a) et COCO keypoints (Figure 2.14b) contiennent principalement des images avec
un IF de 0 (pas de chevauchement entre personnes), Crowdpose (Figure 2.14c)) présente
une distribution uniforme des index de foules.

2.4.2 Ensembles de données pour l’estimation de poses 3D
humaines

Alors que les ensembles de données destinés à l’estimation de poses 2D contiennent
uniquement les vérités de terrain des coordonnées des articulations des personnes dans
l’image, ceux destinés à la pose 3D humaine contiennent les coordonnées 3D de ces
articulations exprimées dans le repère de la caméra. La vérité de terrain des poses 2D est
relativement simple à annoter manuellement. En revanche, la vérité de terrain de poses
3D nécessite un équipement dédié afin de l’acquérir. Un système de Motion Capture
(MoCap) avec ou sans marqueurs est souvent utilisé afin de l’obtenir. Cet équipement
lourd implique que les images annotées avec des poses 3D ne peuvent être acquises
qu’en conditions contraintes de laboratoire. Il en résulte que ces images présentent une
faible variabilité de points de vue, de personnes, de poses et de contextes. Des ensembles
de données, générés de manière synthétique et contenant la vérité de terrain de poses
3D ont également été proposés. Ceux-ci sont plus faciles à acquérir mais manquent
de réalisme et généralisent difficilement à des contextes réels. Nous décrivons ici les
principaux ensembles de données utilisés dans la littérature pour l’estimation de poses
3D.

2.4.3 Human 3.6M

Human 3.6M Ionescu et collab. [2014] est un ensemble de données qui, comme
son nom l’indique, contient 3,6 million d’images avec les poses 3D humaines corres-

53



CHAPITRE 2. ETAT DE L’ART

Figure 2.15 – Zone d’enregistrement et placement des caméras dans l’ensemble de données
Human 3.6M. Source Ionescu et collab. [2014]

Figure 2.16 – Images de l’ensemble de données Human 3.6M avec différents acteurs, scénarios
et points de vue. Source Ionescu et collab. [2014]
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pondantes. Il contient au total 17 scénarios (discuter, fumer, prendre une photo, parler
au téléphone ...) joués par 11 acteurs (6 hommes et 5 femmes) professionnels enregis-
trés avec quatre points de vue différents. Chaque séquence de cet ensemble de données
contient uniquement une personne qui est entièrement visible durant toute la durée
de la séquence. La zone d’enregistrement a une taille de 4m × 3m. Cette zone et le
placement des caméras est illustré Figure 2.15. Des exemples d’images de cet ensemble
sont donnés Figure 2.16.

MPI-INF-3DHP

Figure 2.17 – Exemples d’augmentation de données de l’ensemble de données MPI-INF-
3DHP Mehta et collab. [2017a]

Figure 2.18 – Exemples d’augmentation de données de l’ensemble de données MPI-INF-
3DHP Mehta et collab. [2017a]

MPI-INF-3DHP Mehta et collab. [2017a] est un ensemble de données d’entrâı-
nement plus riche en poses, en apparence humaine, en habillement, en occultation et
en point de vue que le précédent. Des augmentations de données sont également pos-
sibles grâce à l’utilisation de fond vert qui permet une segmentation automatique. Il
est alors possible d’ajouter de nouveaux habillements aux acteurs ou de changer le fond
des images comme illustré Figure 2.17. Afin de collecter cet ensemble de données, un
système de MoCap sans capteur porté est utilisé. 8 acteurs (4 hommes et 4 femmes)
effectuant 8 activités sont enregistrés. Les activités effectuées sont plus dynamiques et
plus complexes que celles de Human 3.6M. Chaque activité dure environ une minute
et est effectuée deux fois par chaque acteur. La première fois l’acteur porte des habits
de la vie quotidienne. La seconde fois il porte une tenue permettant la segmentation
automatique de celle-ci. L’ensemble de données est enregistré avec 14 caméras. 4 ca-
méras sont placées à hauteur de la poitrine avec un angle de 15°, 5 sont placées à une
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hauteur plus élevée avec un angle de 45°, 3 ont un point de vue de bas en haut et une
caméra est placée à la hauteur des genoux et pointe vers le haut. Au total, 1.3 millions
d’images sont enregistrées.

Un nouvel ensemble de données de test est également introduit contenant des sé-
quences avec un fond complexe qui permettent de montrer l’aptitude des modèles d’es-
timation de poses 3D à fonctionner sur des images en extérieur. Des exemples d’images
de cet ensemble sont donnés Figure 2.18.

CMU Panoptic

CMU Panoptic Joo et collab. [2017] est un ensemble de données de poses 3D
qui contient plusieurs personnes (jusqu’à une dizaine) effectuant différentes activités
(jouer d’un instrument, danser ...) dans un dôme où plusieurs caméras ont été placées.
Cet ensemble de données offre des interactions complexes avec des points de vue de
caméras difficiles. Celles-ci sont enregistrées avec 480 caméras VGA, 30 caméras HD
et 10 caméras RGB-D. 65 séquences d’une durée totale de 5.5 heures et 1.5 millions
de squelettes 3D sont ainsi disponibles. Des exemples d’images de cet ensemble sont
donnés Figure 2.19.

Figure 2.19 – Images de l’ensemble de données CMU Panoptic. Source Joo et collab. [2017]

MuCo-3DHP et MuPoTS

CMU Panoptic, bien que contenant plusieurs personnes et étant riche en interac-
tions réelles, reste un ensemble de données enregistré en milieu contraint avec une
faible diversité en poses et de fonds. Ainsi, au lieu d’enregistrer un nouvel ensemble
de données multi-personnes, Mehta et collab. [2018] utilisent l’ensemble de données
MPI-INF-3DHP et ses masques de segmentation afin de générer un ensemble de don-
nées d’entrâınement, appelé MuCo-3DHP, combinant plusieurs personnes enregistrés à
des moments différents dans une seule et même image. Comme dans MPI-INF-3DHP,
des augmentations de fonds ou d’apparence de personnes sont également possibles. Des
exemples d’images de cet ensemble sont donnés Figure 2.20.

Un ensemble de données réelles multi-personnes de test, appelé MuPoTS-3D, est
également proposé par les auteurs. Il contient 20 scènes réelles (5 en intérieur et 15
en extérieur) avec jusqu’à trois personnes annotées, de nombreux cas d’occultations,
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Figure 2.20 – Images de l’ensemble de données MuCo-3DHP. Source Mehta et collab. [2018]

Figure 2.21 – Images de l’ensemble de données MuPoTS-3D. Source Mehta et collab. [2018]
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des interactions réelles entre personnes et un ensemble varié de fonds. Des exemples
d’images de cet ensemble sont donnés Figure 2.21.

Joint Track Auto (JTA)

Figure 2.22 – Images de l’ensemble de données JTA. Source Fabbri et collab. [2018]

Joint Track Auto (JTA) Fabbri et collab. [2018] est un ensemble de données pour
l’estimation de pose humaine et le suivi en environnement urbain. Celui-ci a été col-
lecté à partir du jeu-vidéo réaliste Grand Theft Auto V et contient 512 vidéos HD de
trente secondes chacune enregistrées à 30 fps. Les vidéos collectées contiennent une va-
riété de poses différentes, dans plusieurs environnements urbains et avec des conditions
lumineuses et des points de vue variés. Les personnes effectuent plusieurs types d’ac-
tion comme marcher, s’asseoir, courir, discuter, parler au téléphone ou fumer. Chaque
image contient un nombre de personnes compris entre 0 et 60 (avec une moyenne de
21 personnes par image). La distance à la caméra varie entre 0.1 et 100 mètres et les
piétons dans les images ont une taille comprise entre 20 et 1100 pixels. Cet ensemble
de données contient ainsi plus de 500 000 images avec presque 10 000 000 de poses
humaines au total. Des exemples d’images de cet ensemble sont donnés Figure 2.22.

Le tableau 2.1 donne un récapitulatif des ensembles de données pour l’estimation
de poses 2D et 3D.

2.5 Métriques d’évaluations pour l’estimation de

poses humaines

2.5.1 Métriques pour l’estimation de poses 2D

Plusieurs métriques sont utilisées pour l’estimation de poses 2D humaines.
Le Percentage of Correct Parts (PCP) mesure le pourcentage de parties hu-

maines correctement localisées. Une partie humaine est considérée comme correctement
localisée si ces deux extrémités sont estimées avec une erreur inférieure à un certain
seuil. Ce seuil est défini comme un pourcentage de la taille de la partie en question.

Le Percentage of Correct Keypoints (PCK) mesure le pourcentage d’articu-
lations correctement localisées. Une arcitulation estimée est considérée comme correc-
tement si l’erreur de localisation de cette articulation est inférieur à un certain seuil.
Ce seuil est défini comme un pourcentage de la taille la boite englobante de la tête. Ce
pourcentage est souvent fixé à 50%.

L’Object Keypoint Similarity est utilisée afin d’évaluer les méthodes d’esti-
mation de poses 2D multi-personnes. Elle est calculée à partir de la distance entre
les points 2D prédits et de vérité de terrain normalisés par l’échelle de la personne.
L’importance de chaque articulation est pondérée par une constante en fonction de la
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précision désirée : la précision souhaitée pour les yeux est par exemple plus importante
que celle d’une hanche. Formellement, l’OKS est calculée selon l’équation suivante :

OKS = exp(− d2
i

2s2
i k

2
i

) (2.2)

Où di est la distance euclidienne entre la position 2D prédite et la position 2D de vérité
de terrain, si est l’échelle de la personne et ki la pondération associée à l’articulation.

On calcule une Average Precision en seuillant l’OKS, comme elle est calculée en
détection d’objets à partir de l’IOU.

2.5.2 Métriques pour l’estimation de poses 3D

Plusieurs métriques sont utilisées pour l’estimation de poses 3D.
La Mean Per Joint Position Error (MPJPE) est la métrique la plus utili-

sée afin d’évaluer la performance de l’estimation de pose 3D. Elle calcule la distance
euclidienne entre les postions estimées des articulations et leurs positions réelles, moyen-
nées pour toutes les articulations de l’image. En fonction des ensembles de données et
des protocoles, différents post-traitement peuvent être appliqués avant de calculer la
MPJPE. Dans la plus part des approches, la MPJPE est calculée après alignement des
pelvis des poses 3D prédites et réelles et redimensionnement du squelette 3D prédit afin
qu’il corresponde à la vérité de terrain. Dans le reste de ce manuscrit, nous désignons
cette métrique par MPJPEr. Pour les approches prédisant des poses 3D absolues, au-
cun post-processing n’est appliqué et la MPJPE est calculée directement dans l’espace
3D de la caméra. Nous désignons cette métrique par MPJPEa. Parfois, la MPJPE est
calculée après alignement des prédictions et des vérités de terrain en appliquant une
transformation rigide fondée sur l’analyse procustéenne.

La 3DPCK : Cette métrique considère une articulation comme correctement
estimée si l’erreur de l’estimation est inférieure à 150mm. Dans le cas multi-personnes,
les poses prédites sont associées aux poses de vérité de terrain et la 3DPCK est calculée
entre les poses prédites et les poses de vérité de terrain associées. Si aucune pose prédite
n’est associée à une prédiction, la 3DPCK sera de zéro pour toutes les articulations de
cette prédiction. Comme pour la MPJPE, on distingue la 3DPCKr où un alignement
des pelvis est effectué et les squelettes estimés sont redimensionnés afin d’être de la
même taille que les vérités de terrain correspondantes et la 3DPCKa où la métrique est
calculée directement dans l’espace 3D de la caméra. La 3DPCK est plus robuste que la
MPJPE à des vérités de terrain imprécises mais n’indique pas la précision millimétrique
des poses prédites.

Précision, Rappel et score F1 : En estimation de poses 3D multi-personnes
absolues, pour un seuil t, une précision (PR@t), un rappel (RE@t) et score F1@t sont
calculés selon les formules suivantes :

RE@t = V P@t
V P@t+ FN@t (2.3)

PR@t = V P@t
V P@t+ FP@t (2.4)

F1@t = RE@t+ PR@t
RE@t · PR@t (2.5)

V P@t désigne le nombre de vrais positifs, FN@t le nombre de faux négatifs et
FP@t le nombre de faux positifs. Une articulation est considérée comme positive, si
l’erreur sur son estimation est inférieur au seuil t.

59



CHAPITRE 2. ETAT DE L’ART

2.6 Positionnement de la thèse

Dans ce chapitre, plusieurs méthodes d’estimation de poses 2D et 3D de l’état de
l’art ont été présentées. La plupart des méthodes de poses 3D existantes se focalisent
sur l’estimation de poses 3D d’une seule ou d’un nombre limité de personnes qui sont
relativement proches de la caméra. L’objectif des travaux de cette thèse est d’aboutir
à un estimateur de poses 3D absolu multi-personnes. Les principales difficultés sont la
robustesse à la variété des poses 3D, la variabilité d’échelle des personnes, les occul-
tations entre personnes, les auto-occultations et les personnes à petite échelle. Nous
souhaitons également être en mesure de traiter efficacement un nombre quelconque de
personnes sans que la complexité du modèle n’explose lorsque ce nombre est important.
A cette fin, les contributions suivantes ont été apportées :

— L’extension à l’estimation de poses 3D des réseaux Stacked Hourglass afin de
permettre une estimation robuste et single-shot de poses 3D mutli-personnes ;

— Une nouvelle architecture, utilisant des ancres, pour l’estimation de poses 3D
multi-personnes permettant une meilleure robustesse aux occultations et aux per-
sonnes de faible résolution dans l’image ;

— Une stratégie de sélection d’ancres permettant une robustesse plus importante en
cas de chevauchement entre personnes

— Une fonction de perte avec pondération automatique permettant de gérer les
déséquilibres entre tailles de personnes et les incertitudes inhérentes à l’estimation
de poses 3D humaines ;

— Un modèle de localisation 3D des personnes dans l’espace caméra permettant
d’aboutir à une estimation de poses 3D absolues généralisables à des images de
calibration intrinsèque quelconque ;
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3.1 Introduction

Dans ce chapitre, nous proposons une première manière de traiter le problème de
l’estimation de poses 3D humaines. La plupart des approches d’estimation de poses
3D existantes sont mono-personne. Elles supposent que l’image ne contient qu’une
personne, entièrement visible. Néanmoins, dans de nombreuses applications, plusieurs
personnes interagissent, formant parfois des foules comme cela peut être le cas en vidéo-
surveillance. Cela induit à la fois des auto-occultations mais également des occultations
entre personnes rendant l’estimation de poses 3D très complexe. Par conséquent, prédire
la pose 3D de toutes les personnes à partir d’une unique image monoculaire RGB est
un problème difficile et les estimateurs mono-personnes exitants échouent dans cette
tâche. Le cas multi-personnes implique de localiser toutes les personnes et d’estimer
les coordonnées 3D de toutes leurs articulations. En combinant une approche mono-
personne avec un détecteur de personnes, on aboutit à un estimateur de poses 3D
multi-personnes. Chaque boite englobante prédite par le réseau sert à découper la
zone correspondante dans l’image. Une fois redimensionnée, cette image est traitée
par l’estimateur mono-personne. C’est le cas de l’approche de Moon et collab. [2019]
qui combine le détecteur Faster R-CNN et l’estimateur de poses 3D proposé par Sun
et collab. [2018]. Cela implique de faire appel à l’estimateur de poses 3D pour chaque
personne visible dans l’image conduisant à un long temps d’inférence lorsque le nombre
de personnes de l’image est important.

Une autre manière de résoudre ce problème est la stratégie dite bottom-up adoptée
dans plusieurs travaux comme Mehta et collab. [2017]; Zanfir et collab. [2018a]. Ce
type d’approches traite toute l’image en un seul passage avant du réseau afin de prédire
des poses 3D multi-personnes et sont plus rapides que les approches top-down. Cela
consiste à d’abord localiser toutes les articulations puis de les regrouper en squelettes
humains. Cette stratégie pose plusieurs difficultés. Tout d’abord, localiser, séparément,
chaque articulation est complexe à cause d’une grande variété d’apparences, d’échelles
et de points de vues. De plus, le regroupement de ces articulations est difficile lorsque
des articulations de personnes différentes se chevauchent.

Dans ce chapitre, nous décrivons une nouvelle approche bottom-up qui effectue des
prédictions de poses 3D multi-personnes. Notre méthode est fondée sur l’architecture
des Stacked Hourglass Networks Newell et collab. [2016] qui a montré son efficacité
pour l’estimation de poses 2D humaines. En combinant cette architecture avec une
méthode performante de regroupement d’articulations appelée Associative Embedding
Newell et collab. [2017] et une formulation robuste de la pose 3D multi-personnes
Mehta et collab. [2017], nous avons conçu une architecture de bout en bout qui effectue
la détection 2D d’articulations, le regroupement de ces articulations et l’estimation de
poses 3D humaines complètes même en cas d’occultations ou de troncatures par les
bords de l’image.

Contrairement à la méthode proposée par Zanfir et collab. [2018a], notre approche
ne nécessite pas de séquences d’images afin de raffiner les poses. Le travail décrit ici est
similaire à celui décrit dans Mehta et collab. [2017] mais diffère en deux points. Tout
d’abord, une architecture empilée est utilisée alors qu’un ResNet-50 est utilisé dans
Mehta et collab. [2017]. L’architecture empilée permet au réseau d’effectuer une pre-
mière estimation grossière de poses humaines puis de la raffiner de mannière itérative
afin d’aboutir à une estimation beaucoup plus fine. Les travaux récents en estimation
de poses 2D montrent l’efficacité des stratégies de raffinement Cao et collab. [2017];
Newell et collab. [2016]. Ensuite, notre approche diffère dans la méthode de regrou-
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pement utilisée. Les Part Affinity Fields sont utilisés dans Mehta et collab. [2017]
et correspondent à une méthode sous-optimale de regroupement des articulations. En
effet, ce regroupement est effectué en résolvant un problème de correspondance dans
un graphe bipartite alors que les Associative Embedding sont un moyen plus direct
d’effectuer ce regroupement. En effet, le réseau proposé apprend à prédire de manière
directe et simultanée la localisation des articulations et leur regroupement. De plus,
les résultats expérimentaux détaillés dans Newell et collab. [2017] montrent que la
méthode Associative Embedding est plus efficace que les Part Affinity Field dans le
contexte 2D.

La méthode proposée a été testée sur trois bases de données de l’état de l’art :
CMU-Panoptic Joo et collab. [2017], MuPoTS-3D dataset Mehta et collab. [2017] et
JTA Fabbri et collab. [2018] et montre des résultats prometteurs.

3.2 Description de la méthode

A partir d’une image RGB I de taille W × H, on souhaite estimer des poses 3D
humaines PI = {Pi | i ∈ [1, . . . , N ]} où N est le nombre de personnes visibles dans
l’image, Pi ∈ R3×K sont les coordonnées 3D des articulations de ces personnes et
K est le nombre d’articulations prédites. Les coordonnées 3D des articulations sont
exprimées relativement à celles de leur articulations parentes et sont converties en des
coordonnées relatives au pelvis pour l’évaluation, dans un repère 3D orienté comme
celui de la caméra. Le modèle est composé de plusieurs réseaux hourglass empilés.
L’image est d’abord traitée par plusieurs couches de convolutions et de pooling afin
d’obtenir des caractéristiques de plus basse résolution I’ de taille W ′ × H ′. Chaque
réseau hourglass prédit des cartes de chaleur pour la détection 2D d’articulations, des
Occlusion Robust Pose Maps (ORPM) pour la localisation 3D des articulations et des
cartes d’associative embeddings afin de regrouper ces articulations. Chacune de ces
cartes a une taille W ′ × H ′. A l’exception du premier hourglass qui prend en entrée
uniquement les caractéristiques I’, les autres réseaux hourglass prennent en entrée les
caractéristiques I’ et les prédictions de l’hourglass précédent qui sont ensuite raffinées.
La Figure 4.2 donne un aperçu de la méthode proposée.

3.2.1 Stacked Hourglass Networks

L’estimation de poses humaines multi-personnes nécessite une compréhension de
l’image à plusieurs échelles. Le modèle doit être attentif à des informations détaillées
et de petite résolution telles que la forme d’une main ou le pli d’un coude. Il doit
également être capable de reconnâıtre la posture globale de la personne afin de prédire
correctement la position des articulations occultées ou auto-occultées. Il doit aussi avoir
une compréhension plus générale de la scène afin d’identifier les différentes personnes
et leur attribuer les bonnes articulations. Le problème devient encore plus complexe
si les personnes se situent à des distances de la caméra sont de tailles très variables
dans l’image comme c’est le cas dans la Figure 3.2. Les approches top-down réduisent
la variabilité d’échelles des personnes car elles traitent chaque personne séparément et
à la même échelle grâce au redimensionnement qu’elles effectuent.

Afin de permettre cette compréhension multi-échelles, l’architecture employée dans
notre approche est celle des Stacked Hourglass Networks. Cette architecture est compo-
sée d’un module de base appelé hourglass qui capture de l’information à chaque échelle.
Ce module est illustré Figure 3.3. Les cartes de caractéristiques I ′ sont traitées par une
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(a) Architecture des Stacked Hourglass

K

K

Poses 2D

Poses 3D

3xKImage

Réseau
Hourglass 

Cartes de 
chaleur

Associative 
Embeddings

ORPM

(b) Prédictions d’un réseau Hourglass

(c) Cartes prédites

Figure 3.1 – Le modèle proposé prédit les squelettes 3D d’un nombre quelconque de per-
sonnes dans une image. Le stacked hourglass networks, illustré en a), est l’architecture de
base du modèle. La Figure b), illustre les prédictions effectuées par chaque réseau hourglass.
Chacun d’eux prédit, pour chaque articulation, une carte de localisation 2D (heatmap), une
carte d’associative embedding, et des Occlusion Robust Pose Maps (ORPM). Ces cartes sont
raffinées de manière successive par chacun des hourglass. Le dernier hourglass prédit le ré-
sultat final. La Figure c) illustre plus en détails la prédiction de chacun des hourglass. Les
cartes d’associtative embedding contiennent des valeurs éloignées pour des articulations ap-
partenant à différentes personnes et des valeurs proches pour des articulations appartenant
à la même personne. Les ORPM stockent les coordonnées 3D des articulations à diffèrents
endroits. Toutes les positions 3D sont stockées aux positions 2D de deux articulations racine
(le cou et le pelvis) dans les ORPM correspondantes. Ces coordonnées sont aussi stockées aux
positions 2D des articulations du membre auquel appartient cette articulation. Par exemple,
les coordonnées 3D des épaules sont stockées à la position 2D de l’épaule mais également à
celle du poignet et du coude. Cette redondance permet la prédiction de poses 3D complètes
même en cas de fortes occultations ou de troncatures par les bords de l’image.
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Figure 3.2 – Un estimateur de poses humaines multi-personnes doit être capable de traiter
une grande variabilité d’échelles. Il doit faire attention à de petits détails tel qu’une main,
à la posture globale des personnes et avoir une vision globale de la scène afin de regrouper
proprement les articulations. Cette variabilité est d’autant plus importante que les personnes
sont à des distances très variables à la caméra.

Conv+Pooling

+

Conv+Sur-éch.
+Add

+ +

+

+

Conv

Figure 3.3 – Architecture d’un module hourglass.
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succession de couches de convolutions et de max pooling. Ce traitement est appliqué
jusqu’à arriver à une résolution très basse contenant une information globale et à haut
niveau sémantique de l’image. Soit nm le nombre de couches de convolutions appli-
quées. Chacun de ces modules produit des cartes de caractéristiques Mi, i ∈ [1 . . . nm].
Mi est traité par la couche de pooling qui suit afin de lui appliquer ensuite la pro-
chaine couche de convolution. Une branche parallèle, composée d’une couche de convo-
lutions, est également appliquée à Mi afin de créer des cartes de caractéristiques M ′

i

de même dimension. Une fois la résolution la plus basse atteinte, le sur-échantillonnage
et la combinaison des cartes de caractéristiques à travers les échelles commencent. Les
cartes Mnm (cartes de la résolution la plus basse résolution) sont sur-échantillonnées
par la méthode des plus proches voisins et additionnées aux cartes M ′

nm−1 pour obtenir
les cartes les cartes M”1. On génère ensuite les cartes, de résolution de plus en plus
grande, M”i, i ∈ [2 . . . nm], en sur-échantillonnant les carte M”i−1 (après application
d’une couche de convolution) et en les additionnant aux cartes M ′

nm−i. Les cartes de
plus grandes résolutions M”nm contiennent ainsi des cartes de caractéristiques consoli-
dées à toutes les échelles. En appliquant des convolutions 1× 1 à M”nm on obtient les
cartes prédites (cartes de chaleurs, OPRM et associative embedings).

Figure 3.4 – Prédiction intermédiaire des Stacked Hourglass Networks. Chaque
module hourglass calcule des cartes de caractéristiques consolidées à travers les échelles. Des
convolutions 1 × 1 permettent d’obtenir les prédictions (en bleu) de cet hourglass (cartes
de chaleur, OPRM et associative embedings). Ces prédictions sont combinées aux carac-
téristiques de l’hourglass courant et celles de l’hourlgass précédent afin d’être traitées par
l’hourglass suivant.

Une autre caractéristique importante des Stacked Hourglass Networks est son archi-
tecture empilée. Plusieurs modules hourglass sont connectés les uns aux autre, chaque
hourglass raffinant les prédictions de l’hourglass précédent. Chaque hourglass effectue,
en effet, des prédictions intermédiaires sur lesquelles une fonction de perte peut être
appliquée. Comme illustré Figure 3.4, ces prédictions sont transformées en des carac-
téristiques grâce à des convolutions 1 × 1 et ajoutées aux caractéristiques issues de
l’hourglass courant et celles de l’hourglass précédent. Le résultat est donné en entrée
à l’hourglass suivant. Dans le modèle final, quatre modules hourglass sont utilisés. Les
quatre hourglass sont entrâınés simultanément et de bout en bout. Chaque hourglass
est supervisé avec la même vérité de terrain mais leurs poids ne sont pas partagés.

3.2.2 Cartes de Poses Robustes aux Occultations

Soit I une image et PI les poses 3D que l’on souhaite prédire à partir de cette
image. Afin de permettre une prédiction single-shot de ces poses 3D, une représentation

70



CHAPITRE 3. ESTIMATION BOTTOM-UP DE POSES 3D HUMAINES

1) Lecture de la pose 
3D compléte aux 

positions du pelvis ou 
du cou

2) Raffinement des 
coordonnées de 

chaque articulation 
(exemple du 

poignet)

a) Si l'articulation est bien 
détectée en 2D (pas d'occultation 

ou de troncature) et n'est pas 
ambigue (trop proche d'une 

articulation du même type d'une 
autre personne), alors on lit ses 

coordonnées 3D à l'emplacement 
2D de l'articulation

b) Si l'articulation est occultée ou 
ambigue, on lit ses coordonnées à 

la position 2D d'une autre 
articulation du membre auquel 

appartient cette articulation (si ces 
articulations sont correctement 

détectées et non ambigues). Ici, on 
peut lire les coordonnées 3D du 

poignet à la position 2D du coude 
ou de l'épaule 

Pelvis Cou

c) Si toutes les 
articulations du 
membre sont 
occultées ou 
ambigues, les 

coordonnées 3D ne 
sont pas raffinées

Poignet Coude Epaule Pas de raffinement

Emplacement de lecture des coordonnées 3D

Occultation

Figure 3.5 – Processus de lecture dans les ORPM des coordonnées 3D des articulations.
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adéquate doit être adoptée. Cette représentation doit ainsi avoir les caractéristiques
suivantes :

— être de taille fixe et indépendante du nombre de personnes dans l’image ;

— être robuste aux occultations et aux troncatures.

Afin de répondre à ces deux exigences, les Cartes de Poses Robustes aux Occulta-
tion, Occlusion Robust Pose Maps (ORPM), ont été adoptées. Pour chaque articulation,
chaque réseau hourglass prédit trois cartes de dimension W ′×H ′, une pour chaque di-
mension X,Y,Z. La taille des cartes dépend uniquement de la taille de l’image d’entrée
et aucunement du nombre de personnes de l’image. Cela permet la prédiction de poses
3D d’un nombre quelconque de personnes. Pour une articulation donnée, les coordon-
nées 3D de cette articulation sont stockées à différentes positions 2D des cartes X,Y,Z
correspondant à cette articulation : :

— aux positions 2D du pelvis et du cou ;

— à la position 2D de l’articulation elle-même ;

— aux positions 2D des articulations appartenant au même membre.

Par exemple, les coordonnées 3D des poignets sont stockées dans l’ORPM du poi-
gnet aux positions 2D du pelvis, du cou, du coude, de l’épaule et du poignet. Cette
redondance dans l’ORPM permet une robustesse aux occultations et aux troncatures de
l’image. En effet, le cou et le pelvis font partie des articulations les moins mobiles. Elle
sont généralement mieux localisées par le modèle et moins sujettes aux occultations.

Durant l’inférence, la lecture la pose 3D est effectuée en deux étapes : une lecture
de la pose 3D complète suivi d’un raffinement de cette pose. Ce processus est illustré
Figure 3.5.

La lecture de la pose 3D complète est effectuée en lisant l’ensemble du squelette 3D
au positions suivantes dans l’ORPM :

— A la position 2D du pelvis, si le pelvis est détecté ;

— A la position 2D du cou, si le cou est détecté alors que le pelvis ne l’est pas.

La lecture de la pose 3D complète est suivie par un raffinement de celle-ci. Durant
cette étape, pour chaque articulation, les coordonnées 3D obtenues précédemment sont
raffinées en lisant dans l’ORPM aux positions 2D suivantes :

— A la position 2D de l’articulation si celle-ci est une position valide de lecture ;

— A la position 2D d’une articulation du membre auquel appartient cette articu-
lation. On commence d’abord par l’extrémité du membre et on remonte dans
l’arbre cinématique jusqu’à ce qu’un emplacement valide de lecture soit trouvé.

Si aucun emplacement valide de lecture n’est trouvé, les coordonnées 3D ne sont
pas raffinées. Une position 2D de lecture est considérée valide si elle remplit les critères
suivants :

— le score associé à la position 2D prédite est plus haut qu’un certain seuil τC ;

— la distance entre la position 2D de l’articulation et la position 2D des autres
articulations doit être inférieure à un certain seuil τD ;

— les coordonnées 3D obtenues à cette position 2D doivent être anatomiquement
plausibles. Pour cela, on calcule la taille moyenne de chaque membre dans l’en-
semble d’entrâınement et chaque prédiction 3D qui donne un membre de taille
trop éloigné de la moyenne est rejeté.
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3.2.3 Associative embedding

Le réseau prédit, pour chaque articulation, une carte de chaleur 2D et 3 ORPM pour
chaque coordonnée X, Y, Z. Cette représentation est indépendante du nombre de per-
sonnes de l’image. Ces cartes contiennent des coordonnées 2D et 3D d’articulations qui
ne sont pas regroupées en des squelettes complets. Pour cela, la méthode des associative
embedding est employée. Afin de regrouper ces articulations, une sortie supplémentaire,
appelée cartes d’associative embedding, est ajoutée au réseau pour chaque articulation.
A chaque position 2D d’une articulation, ces cartes contiennent des valeurs proches
pour des articulations appartenant à la même personne, et des valeurs éloignées pour
des articulations appartenant à différentes personnes.

Formellement, soit Ek ∈ RW ′×H′
une carte d’associative embedding prédite par le

réseau pour la kième articulation et ek(x) la valeur contenue dans cette carte à la position
2D x. Supposons que l’image contienne N personnes, chacune étant représentée par K
articulations. Soit xk,n la position 2D de vérité de terrain de la kième articulation de
la personne n. L’embedding de référence d’une personne est alors l’embedding prédit
moyen de toutes ses articulations :

en = 1
K

∑
k

ek(xk,n) (3.1)

La fonction de perte de supervision des associative embedding est alors définie par :

LAE = 1
NK

∑
n

∑
k

(en − ek(xk,n))2 + 1
N2

∑
n

∑
n′ 6=n

exp
(
−1

2(en − en′)2
)

(3.2)

Le premier terme de l’équation (3.2) correspond à une fonction de perte de regroupe-
ment qui rapproche les embeddings des articulations appartenant à la même personne.
Le second terme correspond à une fonction de perte d’éloignement des embeddings de
deux personnes différentes.

3.2.4 Fonction de perte totale du réseau

Le réseau est entrâıné à effectuer, de manière jointe, les tâches suivantes :

1. la localisation 2D des articulations en prédisant des cartes de chaleur ;

2. l’estimation des coordonnées 3D des articulations en prédisant des ORPM ;

3. le regroupement des articulations en prédisant des cartes d’associative embedding.

La fonction de perte total du réseau est alors :

L3DMP = L2D + LORPM + λAE LAE (3.3)

Où L2D est la distance euclidienne entre les cartes de chaleur prédites et celles de
vérité de terrain, LORPM est la distance euclidienne entre les ORPM prédites et celles de
vérité de terrain LAE est la fonction de perte définie par l’équation (3.2). λAE = 0.001
est la pondération associée à la fonction de perte des associative embeddings.
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Figure 3.6 – Vue d’ensemble de l’Inférence Multi-Échelles, Multi-Scale Inference
(MSI). MSI combine les prédictions effectuées par le réseau à différentes résolutions d’images
permettant la prédiction de poses 3D de personnes d’échelles très variables dans l’image. Pour
chaque échelle si, des cartes de chaleur HMsi , des ORPM Osi et des cartes d’Associative
Embedding Asi sont prédites. Ces cartes sont ensuite redimensionnées à l’échelle la plus
haute (s3) et combinées en suivant la procédure décrite dans la sous-section 3.2.5
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3.2.5 Inférence Multi-échelles

La méthode proposée, bien qu’étant single-shot et étant efficace avec un nombre
réduit de personnes qui sont proches de la caméra, gère difficilement les images de
scènes urbaines comme celles contenues dans l’ensemble de données JTA. Dans ces
images, les personnes visibles sont à des distances très variables de la caméra. Il en
résulte que les personnes sont projetées dans l’image à des résolutions pixelliques très
diffèrentes. Toutes ces échelles sont difficiles à gérer par un seul modèle. Afin d’être
robuste à ces variations d’échelles, des cartes multi-échelles sont prédites.

A partir d’une image I on souhaite extraire des cartes de chaleur multi-échelles,
des cartes d’associative embedding multi-échelles et des ORPM multi-échelles. Soit
S = s1, s2, . . . , sM la pyramide d’échelles pour lesquelles on souhaite calculer ces cartes,
sM étant l’échelle avec la plus haute résolution.

Pour chaque échelle si, on calcule HMsi ∈ RK×Wsi×Hsi , Asi ∈ RK×Wsi×Hsi ,
Osi ∈ R3×K×Wsi×Hsi étant respectivement les cartes de chaleur, les cartes d’associative
embedding et les ORPM calculées à l’échelle si. Chaque HMsi , Asi et Osi est redi-
mensionné à la résolution de l’échelle sM , comme illustré Figure 3.6.

Les cartes de chaleur multi-échelles sont égales à la moyenne des cartes de cha-
leur redimensionnées. Soit MSH ∈ RK×WsM

×HsM la carte de chaleur multi-échelles,
msh(j,x) étant la valeur de MSH à la position x pour l’articulation j et h′si

(j,x)
étant cette valeur dans la carte de chaleur redimensionnée HM’si . Nous avons alors :

msh(j,x) = 1
M

M∑
i=1

h′si
(j,x) (3.4)

Les cartes d’associative embedding multi-échelles MSA ∈ RK×WsM
×HsM

×sM sont la
concaténation des cartes d’associative embedding redimensionnées A’si .

Pour calculer les ORPM multi-échelles MSO ∈ R3×K×WsM
×HsM , calculer une simple

moyenne comme effectué pour la carte de chaleur n’est pas adéquat. En effet, si une
personne est détectée à une échelle donnée mais pas à une autre, la moyenne des
ORPM à chaque échelle peut altérer la pose 3D estimée. Afin d’éviter cela, la moyenne
des OPRM est pondérée par la valeur des cartes de chaleurs prédites tout en tenant
compte des différents endroits de stockage des coordonnées 3D. De cette façon, plus le
modèle est confiant concernant une articulation prédite à une échelle, plus l’ORPM à
cette échelle contribuera dans l’ORPM multi-échelles.

Soit mso(c, j,x) la valeur de MSO pour la coordonnée c (X, Y or Z) et l’articulation
j à la position 2D x, O′si

(c, j,x) la valeur correspondante pour l’OPRM redimensionnée

O’si et RLj = rlj1, rl
j
2, . . . , rl

j
Lj

l’ensemble des emplacements de stockages des coordon-
nées de l’articulation j dans l’ORPM. Nous avons alors :

mso(c, j,x) =
∑M
i=1

∑Lj

l=1 h
′
si

(rljl ,x)o′si
(c, j,x)∑M

i=1
∑Lj

l=1 h
′
si

(rljl ,x)
(3.5)

3.2.6 Prédiction Finale

Une fois le réseau entrâıné, la prédiction finale est obtenue en plusieurs étapes.
D’abord, une suppression des non-maximum est appliquée sur les cartes de chaleurs
afin d’obtenir un ensemble d’articulations détectées. Ensuite, tous les embeddings du
cou sont lus à partir de la carte d’embedding du cou aux positions 2D des cous détec-
tés. Cet ensemble de positions 2D de cous avec leurs embeddings correspondants est

75



CHAPITRE 3. ESTIMATION BOTTOM-UP DE POSES 3D HUMAINES

l’ensemble initial de personnes detectées. Les autres articulations associées à ces cous
doivent maintenant être trouvées. Chaque personne est caractérisée par son embedding
de référence, c’est à dire la moyenne des emdeddings des articulations qui ont déja été
associées. La prochaine articulation associée à cette personne est celle ayant le score de
détection le plus élevé et ayant une distance avec l’embedding de référence inférieur à
un seuil τAE. On répète ces étapes jusqu’au moment où il n’y a plus aucune articulation
qui respecte ces deux critères. Une fois ces processus effectués, les articulations non as-
sociées servent à créer un nouvel ensemble de personnes dont les articulations vont être
associées de la même manière. A la fin, la pose 2D de chaque personne est obtenue et
utilisée afin de lire la pose 3D de chaque personne comme décrit en sous-section 3.2.2

3.3 Résultats expérimentaux

Afin d’évaluer notre méthode, nous avons effectué plusieurs expérimentations por-
tant sur :

— l’estimation de poses 3D multi-personnes dans un environnement contrôlé (En-
semble de données CMU-Panoptic Joo et collab. [2017] ) ;

— l’estimation de poses 3D multi-personnes dans des scènes en intérieur et en exté-
rieur (MuPoTS-3D dataset Mehta et collab. [2017]) ;

— l’estimation de poses 3D en environnement virtuel mais complexe (ensemble de
données JTA Fabbri et collab. [2018])

Métriques d’évaluation : Afin d’évaluer notre approche d’estimation de poses
3D multi-personnes, la MPJPEr et la 3DPCKr (définies à la sous-section 2.5.2) sont
employées.

Procédure d’entrâınement : La méthode a été implémentée en PyTorch. Quatre
modules hourglass ont été utilisés dans nos expérimentations, chacun d’eux prédisant
des cartes de chaleurs 2D, des ORPM et des associative embeddings. Le modèle a été
entrâıné sur des mini-batch de taille 30 sur 8 Nvidia Titan X jusqu’à convergence. Le
temps d’entrâınement est de 5 jours et le temps d’inférence est d’environ 125ms pour
une image de taille 512 × 512. L’optimiser Adam Kingma et Ba [2014] a été utilisé
avec un pas d’apprentissage initial de 10−4 qui est divisé par 10 après 70 000 itérations.

3.3.1 Estimation de poses 3D multi-personnes sur CMU Pan-
optic

CMU Panoptic Joo et collab. [2017] est un ensemble de données contenant des
images avec plusieurs personnes effectuant différents scénarios (jouer d’un instrument,
danser, ...) dans un dôme où plusieurs caméras ont été placées. Cet ensemble de données
est difficile à cause d’interactions complexes et de points de vue de caméras difficiles.
Des exemples d’images de cet ensemble d’apprentissage sont présentés Figure 3.7. Le
modèle a été évalué en suivant les protocoles suivants :

— Protocole Panoptic-1 : il s’agit du protocole utilisé dans Zanfir et collab. [2018a,b].
Le modèle est évalué sur 9600 images issues des caméras HD 16 et 30 et pour les
quatre scénarios suivants : Haggling, Mafia, Ultimatum et Pizza. Le modèle est
entrâıné sur les même scénarios et sur les 28 caméras HD restantes.

— Protocole Panoptic-2 : Ce protocole est une extension du précédent. Au lieu
d’évaluer le modèle sur un ensemble arbitraire de 9600 images sélectionnées, le
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Figure 3.7 – Poses 3D multi-personnes prédites par l’approche proposée sur l’ensemble de
données CMU-Panoptic. Les translations de vérité de terrain sont utilisées pour la visualisa-
tion. La première colonne correspond à l’image d’entrée avec la pose 2D prédite. La seconde
colonne correspond à la pose 3D de vérité de terrain et la dernière colonne aux poses 3D
prédites. Ces exemples montrent que notre approche peut traiter un nombre variable de per-
sonnes dans l’image et peut prédire les coordonnées 3D d’un nombre variable de personnes
même si certaines de leurs articulations ne sont pas visibles.
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modèle est évalué sur l’intégralité des séquences issues des caméras HD 16 et 30.
L’ensemble d’entrâınement pour ce protocole correspond aux images issues de
toutes les caméras HD (excepté les caméras 16 et 30) pour les scénarios Haggling,
Mafia, Ultimatum et Pizza. Le modèle est évalué sur les mêmes scénarios en
prenant une image sur 10 des caméras HD 16 et 30.

— Protocole Panoptic-3 : Les protocoles précédents utilisent un nombre important
de caméras d’entrâınement. Afin d’évaluer la robustesse au nombre de caméras,
nous proposons le protocole Panoptic-3. Le modèle est entrâıné sur les scénarios
Haggling, Mafia, Ultimatum et Pizza mais uniquement un sous-ensemble des
caméras d’entrâınement est utilisé :

— Panoptic 3a : Les cameras HD 0, 2, 4, 6, 8, 10, 12, 14, 18, 20, 22, 24, 26 et
28 sont utilisées durant l’entrâınement.

— Panoptic 3b : HD cameras 0,4,8,12,20,24 et 28 sont utilisées durant l’entrâı-
nement.

— Panoptic 3c : HD cameras 0,8, et 24 sont utilisées durant l’entrâınement.

L’ensemble de test est le même que pour le Protocol Panoptic-2.

— Protocole Panoptic-4 : Dans les protocoles précédents, le modèle est entrâıné et
évalué sur les mêmes scénarios. Afin d’évaluer la robustesse à des scénarios non
vus dans de nouveaux points de vue de caméra, nous proposons le protocole
Panoptic-4. L’ensemble d’entrâınement dans ce protocole correspond aux images
issues de toutes les caméras HD (exceptées les cameras 16 et 30) et des scénarios
Haggling, Mafia et Ultimatum. Le modèle est évalué sur le scénario Pizza en
prenant une image sur 10 des caméras 16 et 30.

Method Haggling Mafia Ultimatum Pizza Mean

Zanfir et collab. [2018a] 140.0 165.9 150.7 156.0 153.4
Zanfir et collab. [2018b] 72.4 78.8 66.8 94.3 72.1

Ours, full 70.1 66.6 55.6 78.4 68.5

Tableau 3.1 – MPJPE en mm sur l’ensemble de données CMU Panoptic en suivant le
protocole Panoptic-1

Comparaison avec d’autres approches de l’état de l’art : En suivant le proto-
cole Panoptic-1, le modèle proposé améliore les résultats sur tous les scénarios (Tableau
3.1) par rapport aux précédentes approches de l’état de l’art. L’amélioration globale
est de 5.0% comparé à Zanfir et collab. [2018b]. Notons que notre approche n’utilise
aucune donnée externe et ne nécessite aucun modèle d’attention grâce à l’efficacité et
la redondance de l’ORPM. La Figure 3.7 donne des exemples de poses 3D prédites par
notre approche sur l’ensemble de données CMU Panoptic.

Études ablatives : Le Tableau 3.2 contient les études ablatives de la méthode
proposée en suivant le protocole Panoptic-1 sur les scénarios Haggling, Mafia, Ulti-
matum et Pizza. Nous présentons les résultats obtenus en empilant un, deux ou trois
modules hourglass. A chaque fois qu’un module hourglass est ajouté, la MPJPE di-
minue (de 91.8mm pour un module hourglass à 68.5 pour le modèle complet à quatre
modules hourglass). Cela montre de l’importance l’architecture empilée et du processus
de raffinement qu’elle implique. L’avant dernière ligne de ce tableau montre les résultats
obtenus en utilisant quatre modules hourglass et une procédure de Lecture Näıve (LN)
dans l’ORPM, c’est à dire lorsque les coorodnnées 3D sont lues directement à leurs
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Method Nb of HG ORPM Haggling Mafia Ultimatum Pizza Moyenne
Ours, 1-HG 1 X 92.3 86.1 82.7 103.8 91.8
Ours, 2-HG 2 X 77.1 74.8 68.0 89.8 78.3
Ours, 3-HG 3 X 72.4 72.4 60.12 85.2 73.8
Ours, LN 4 × 101.5 124.2 105.7 130.3 118.8
Ours, complet 4 X 70.1 66.6 55.6 78.4 68.5

Tableau 3.2 – MPJPE (en mm) sur l’ensemble de données CMU-Panoptic en suivant le
protocole Panoptic-1. (i-HG signifie i modules hourglass et LN signifie Lecture Näıve).

positions 2D. A cause de troncatures fréquentes et d’occlutations dans l’ensemble de
données Panoptic, le modèle a de faibles performances avec une MPJPE de 118.8mm.
Cela montre l’importance de la redondance dans l’ORPM afin d’être robuste aux oc-
cultations. Le modèle complet avec quatre modules hourglass, la procédure de lecture
de l’ORPM a la MPJPE la plus basse (68.5mm).

Protocole Haggling Mafia Ultimatum Pizza Moyenne

Panoptic 2 78.3 60.7 84.2 78.3 68.1
Panoptic 3a 82.4 64.3 88.7 82.2 72.3
Panoptic 3b 84.0 74.2 87.4 92.0 76.4
Panoptic 3c 149.4 151.3 155.5 167.9 150.9
Panoptic 4 79.4 79.4

Tableau 3.3 – MPJPE en mm sur l’ensemble de données CMU Panoptic en suivant les
protocoles Panoptic-2, Panoptic-3 et Panoptic-4

Robustesse au nombre de caméras d’entrâınement : Les résultats des pro-
tocoles Panoptic 1 et 2 sont obtenus en utilisant un nombre important de caméras
d’entrâınement. Quelle est la robustesse du modèle lorsqu’un nombre réduit de camé-
ras est utilisé ? Le résultats des protocoles Panoptic 3a and 3b (Tableau 3.3) montrent
que même en utilisant seulement la moitié ou le quart des caméras d’entrâınement, la
MPJPE est seulement augmentée de 6.9% et 12.2%. En revanche, lorsque seulement
trois caméras d’entrâınement sont utilisées (Protocole Panoptic 3c), la MPJPE est 2.2
fois supérieure à celle obtenue avec le protocole Panoptic 2. Ce nombre de caméras est
insuffisant pour apprendre une tâche aussi complexe. Même les modèles d’estimation
de poses 3D mono-personne sont entrâınés sur des ensembles de données contenant des
images issues de plus de quatre caméras.

3.3.2 Estimation de poses 3D multi-personnes sur l’ensemble
de données JTA

JTA est un ensemble de données pour l’estimation de poses humaines et le suivi
en environnement urbain. Il a été collecté à partir du jeu vidéo réaliste Grand Theft
Auto et contient 512 vidéos HD de 30 secondes enregistrées à 30 fps. Les vidéos collec-
tées contiennent différentes poses, dans plusieurs scénarios urbains avec des conditions
lumineuses et des points de vues variés. Aucun ensemble de données existant (virtuel
ou réel) avec des annotations de poses 3D n’est comparable avec l’ensemble de don-
nées JTA en terme de nombres de personnes par image et variétés de contextes. A
notre connaissance, nous sommes les premiers à montrer la capacité d’un modèle à
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fonctionner avec des environnements aussi riches et variés, avec autant de personnes à
des distances et des échelles aussi variées. 256 vidéos sont utilisées pour l’entrâınement
et 128 pour le test (le reste étant utilisé comme ensemble de validation). A partir des
vidéos de test, une image sur dix est retenue pour l’évaluation.

Scale Distance à la caméra MPJPEr 3DPCKr

S1 (512 px)

<10m 165.2 68.5
>10m et <20m 220.6 61.6
>20m et <30m 358.7 42.2
>30m et <40m 409.7 36.0
>40m 382.1 32.2
Tous 294.0 33.1

S2(1024px)

<10 m 275.53 43.5
>10m et <20m 194.50 62.3
>20m et <30m 281.5 51.25
>30m et <40m 358.8 41.0
>40m 368.2 35.5
Tous 258.9 37.8

S3(1536px)

<10m 319.0 33.9
>10m et <20m 231.16 49.4
>20m et <30m 222.75 53.3
>30m et <40m 269.1 47.5
>40m 305.90 38.8
Tous 274.3 34.8

Multi Scale Inference(MSI)

<10m 175.5 55.8
>10m et <20m 137.3 68.4
>20m et <30m 187.3 57.8
>30m et <40m 231.8 49.3
>40m 262.1 41.7
Tous 193.5 43.9

Tableau 3.4 – MPJPE et 3DPCKr sur l’ensemble de données JTA. Les résultats sont
regroupés par la distance des personnes à la caméra .

Le Tableau 3.4 contient les résultats obtenus sur l’ensemble de données JTA re-
groupés par la distance des personnes à la caméra. Le modèle a été évalué à différentes
résolutions (S1=512px, S2=1024px and S3=1536px) mais aussi avec l’Inférence Multi-
Echelles décrite en sous-section 3.2.5. Les images issues de cet ensemble de données
contiennent un nombre important de personnes ayant des distances à la caméras très
variées. Des images de ce jeu de données sont présentées Figure 3.8. La distance à la
caméra peut alors avoir un impact significatif sur les performances d’un estimateur de
poses 3D. En effet, les personnes lointaines ont plus de chances d’être occultées et néces-
sitent des résolutions d’images plus grande. Pour cette raison, les résultats du Tableau
3.4 sont donnés pour différentes distances à la caméra. Notre ensemble de test contient
262510 personnes. Parmi ces personnes, 10% sont situées à une distance inférieure à
10m, 23% sont situées à une distance comprise entre 10 et 20m, 21% sont situées à une
distance comprise entre 20 et 30m, 14% sont situées à une distance comprise entre 30
et 40m et 31% ont une distance à la caméra supérieure à 40m.

La résolution ayant la meilleure 3DPCKr est la résolution S2 avec une 3DPCKr

de 37.8%. Cette résolution est un bon compromis afin d’estimer la pose de personnes de
haute résolution que l’échelle S3 ne peut pas traiter efficacement et celles des personnes
à basse résolution qui sont trop petites pour l’échelle S1. La résolution S1 a les meilleurs
résultats pour les personnes qui sont proches de la caméra (moins de 10m) avec une
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MPJPEr de 165.2mm et une 3DPCKr de 68.5%. La résolution S2 a les meilleurs
résultats pour les personnes qui ont une distance à la caméra comprise entre 10 et
20m avec une 3DPCKr de 62.8% et une MPJPEr de 194.50mm. La résolution S3 a
les meilleurs résultats pour les personnes éloignées de la caméra (distance supérieure à
20m). Ces résultats montrent que chaque résolution est adéquate pour une échelle de
distances à la caméra et par conséquent à une résolution de personnes.

L’Inférence Multi-Echelles (MSI) améliore la 3DPCKr globale. Elle passe de 37.8 à
43.9 et la MPJPE passe de 258.9mm à 193.5mm. La MSI a de meilleurs résultats que
l’échelle S2 et S3 pour les personnes proches de la caméra (distance inférieure à 10)
tirant ainsi avantages des poses prédites à partir de l’échelle S1. Elle dépasse toutes les
autres échelles pour les personnes restantes.

Distance à la caméra tête cou clavicules épaules coudes poignets colonne vertébrale hanches genoux chevilles toutes
>0 196.5 174.7 174.9 215.3 264.6 329.4 42.3 76.3 253.2 425.5 193.5
<10m 131.7 195.1 191.8 219.5 218.7 254.6 45.8 66.97 236.1 395.9 175.5
>10m et <20m 117.4 115.4 117.5 152.9 186.9 237.5 29.8 60.2 189.0 317.0 137.3
>20m et <30m 162.3 133.0 140.4 200.2 270.0 348.1 34.1 85.1 264.9 437.7 187.3
>30m et <40m 211.4 166.4 177.6 257.6 347.3 347.3 41.2 105.1 311.9 516.9 231.8
>40m 248.0 200.3 212.1 310.8 410.6 505.2 49.7 119.0 324.7 528.5 262.1

Tableau 3.5 – MPJPEr par articulation, sur l’ensemble de données JTA de notre approche
avec l’Inférence Multi-Echelles. Les articulations les mieux localisées sont en vert et celles qui
sont le moins bien localisées sont en rouge.

Distance à la caméra tête cou clavicules épaules coudes poignets colonne vertébrale hanches genoux chevilles toutes
>0 41.1 44.6 44.9 33.8 27.2 19.0 74.4 73.9 25.7 8.9 43.9
<10m 68.1 48.1 48.5 37.5 39.5 30.6 94.2 94.0 29.0 7.3 55.8
>10m et <20m 76.2 115.4 75.9 62.9 55.2 40.4 98.5 93.1 46.8 17.8 68.4
>20m et <30m 61.0 70.6 67.8 46.5 33.5 20.8 97.5 85.8 30.2 11.1 57.8
>30m et <40m 48.0 60.9 56.0 30.3 19.8 11.0 95.7 79.8 20.8 6.8 49.3
>40m 39.2 50.1 45.3 18.0 11.1 6.0 89.7 72.1 13.1 4.5 41.7

Tableau 3.6 – 3DPCKr par articulation, sur l’ensemble de données JTA de notre approche
avec l’Inférence Multi-Échelles. Les articulations les mieux localisées sont en vert et celles qui
sont le moins bien localisées sont en rouge.

En étudiant les métriques pour chaque articulation (Tableaux 3.5 et 3.6), on re-
marque que les résultats obtenus sont inégaux d’une articulation à une autre. Quelque
soit la distance à la caméra, les articulations de la colonne vertébrale et de la hanche
sont toujours les mieux estimées. Ces articulations ont une variabilité réduite compa-
rée aux articulations terminales comme les poignets et les chevilles qui ont une moins
bonne MPJPE. De plus, puisque les coordonnées 3D sont exprimées relativement à
leurs articulations parentes dans l’arbre cinématique et converties en coordonnées re-
latives au pelvis, une erreur dans l’estimation d’une articulation parente se propage à
l’estimation des positions 3D de tous ses descendants dans l’arbre cinématique.

Des exemples de poses 3D prédites par notre approche sur l’ensemble de test de JTA
sont montrés dans la Figure 3.8. Notre méthode estime des poses 3D dans divers milieux
urbains et avec des conditions luminieuses et des points de vue variés. Néanmoins, les
personnes très lointaines ne sont pas détectées et la méthode échoue en cas de forts
chevauchements entre personnes comme illustré par les poses encadrées en rouge.

3.3.3 Estimation de poses 3D mutli-personnes sur l’ensemble
de données MuPoTS-3D

MuPoTS-3D est un ensemble de données contenant 20 séquences (en intérieur et en
extérieur) annotées avec les vérités de terrain de poses 3D pour 3 personnes ou moins
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Figure 3.8 – Résultats qualitatifs (poses 3D reprojetées) de notre approche sur
l’ensemble de test de JTA. Les poses 3D prédites sont relatives au pelvis. Les translations
et les tailles des personnes de vérité de terrain sont utilisées pour la visualisation.
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par image. Afin d’évaluer notre méthode sur cet ensemble de données, nous avons suivi
le même protocole que Mehta et collab. [2017]. Le modèle a été entrâıné sur des mini-
batchs contenant 50% d’images provenant de l’ensemble de données MuCo-3DHP et
50% de données issues de l’ensemble de données COCO Keypoints afin de permettre
une meilleure généralisation à des images réelles. Pour les images issues de l’ensemble
de données COCO, l’ORPM n’est pas supervisée.

Toutes S1 S2 S3 S4 S5 S6 S7 S8 S9 S10 S11 S12 S13 S14 S15 S16 S17 S18 S19 S20 Avg
Top Down Moon et collab. [2019] 94.4 77.5 79.0 81.9 85.3 72.8 81.9 75.7 90.2 90.4 79.2 79.9 75.1 72.7 81.1 89.9 89.6 81.8 81.7 76.2 81.8

Single-Shot
Mehta et collab. [2017] 81.0 59.9 64.4 62.8 68.0 30.3 65.0 59.2 64.1 83.9 67.2 68.3 60.6 56.5 69.9 79.4 79.6 66.1 64.3 63.5 65.0
Ours 78.1 62.5 55.5 63.8 70.2 50.8 73.8 65.3 55.1 79.3 70.4 72.3 65.4 55.3 65.2 81.3 77.2 75.9 74.2 71.6 67.5

Associées S1 S2 S3 S4 S5 S6 S7 S8 S9 S10 S11 S12 S13 S14 S15 S16 S17 S18 S19 S20 Total
Top Down Moon et collab. [2019] 94.4 78.6 79.0 82.1 86.6 72.8 81.9 75.8 90.2 90.4 79.4 79.9 75.3 81.0 81.0 90.7 89.6 83.1 81.7 77.3 82.5

Single-Shot
Mehta et collab. [2017] 81.0 64.3 64.6 63.7 73.8 30.3 65.1 60.7 64.1 83.9 71.5 69.6 69 69.6 71.1 82.9 79.6 72.2 76.2 85.9 69.8
Ours 78.3 75.0 56.9 64.1 76.1 51.3 74.7 79.1 55.2 79.3 74.5 74.5 70.2 69.5 67.6 85.7 82.6 78.7 79.1 89.6 72.7

Tableau 3.7 – 3DPCKr, par séquence, de notre méthode et d’autres méthodes
de l’état de l’art sur l’ensemble de données MuPoTS-3D. Le tableau contient une
3DPCKr globale (trois premières lignes) et une 3DPCKr calculée uniquement pour les
personnes associées à une vérité de terrain (trois dernières lignes)

Nous comparons notre approche avec la méthode single-shot proposée par Mehta
et collab. [2017] et une méthode récente top down Moon et collab. [2019]. Comme le
modèle proposé par Mehta et collab. [2017], notre modèle est basé sur la formulation
ORPM mais diffère par l’architecture empilée utilisée et la méthode d’association des
articulations. Le tableau 4.9 contient les résultats obtenus sur cet ensemble de données.
Notre modèle obtient de meilleures performances que l’approche de Mehta et collab.
[2017] avec une 3DPCKr de 67.5% (72.7% lorsqu’on s’évalue que les sur personnes
détectées). Comparé à l’approche de Moon et collab. [2019], notre approche a une
3DPCKr plus basse. Cette approche utilise Faster-R CNN, un détecteur d’objets ex-
terne à deux étapes, afin de calculer les boites englobantes de personnes. Chaque boite
englobante calculée sert ensuite à découper la portion de l’image correspondante qui est
ensuite traitée par une méthode d’estimation de poses 3D mono-personne Sun et col-
lab. [2018]. Par conséquent, le temps d’exécution de cette méthode dépend du nombre
de personnes dans l’image. Si ce nombre est important, cette approche devient lente
alors que la méthode décrite ici a un temps d’inférence constant, indépendemment du
nombre de personnes dans l’image.

Les résultats expérimentaux obtenus sur l’ensemble de données MuPoTS-3D montrent
la capacité de notre modèle à généraliser à des images en extérieur. Ceci est confirmé
par les résultats qualitatifs contenus dans les Figure 3.9 et 3.10.

83



CHAPITRE 3. ESTIMATION BOTTOM-UP DE POSES 3D HUMAINES

Figure 3.9 – Poses 3D prédites par l’approche proposée sur des images de l’en-
semble de données MuPoTS-3D. La première colonne correspond à l’image d’entrée. La
seconde correspond aux poses 3D de vérité de terrain et la troisième correspond aux poses
3D prédites. Les tailles des personnes et les translations de vérité de terrain ont été utilisées
pour la visualisation des poses.
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Figure 3.10 – Poses 3D prédites par l’approche proposée sur des images en extérieur. La
première colonne correspond à l’image d’entrée. La seconde correspond aux poses 3D prédites.
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3.4 Conclusion

Nous avons présenté dans ce chapitre une nouvelle méthode single-shot pour l’esti-
mation de poses 3D multi-personnes en environnement réel et virtuel. Les coordonnées
2D et 3D des articulations sont prédites à l’aide de cartes de chaleur et d’ORPM pour
leur robustesse aux occultations. Le problème difficile d’association des articulations
en des squelettes humains complets est traité grâce à l’utilisation de la méthode des
associative embeddings. De plus, une seule et même architecture empilée est entrainée
à estimer les poses 2D et 3D humaines, exploitant ainsi la complémentarité entre ces
deux tâches.

Les expérimentations fournies dans ce chapitre montrent l’importance de l’utilisa-
tion d’une architecture empilée et de la formulation ORPM. De plus, les expérimenta-
tions menées sur l’ensemble de données CMU Panoptic montrent que les performances
obtenues sont supérieures à celles des approches précédentes de l’état de l’art. Les ex-
périences menées sur l’ensemble de données MuPoTS-3D montrent la capacité de notre
modèle à gérer à la fois des images multi-personnes en intérieur et en extérieur.

Les expériences menées sur l’ensemble de données JTA montrent que le modèle est
précis pour les personnes proches de la caméra mais les performances obtenues restent
limitées dans des situations plus complexes (foules denses, personnes ayant une faible
résolution dans l’image).
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4.1 Introduction

Dans le chapitre précédent, nous avons présenté une approche single-shot et bottom-
up d’estimation de poses 3D multi-personnes. Comme les autres approches single-shot
existantes, elle utilise des cartes de chaleurs et un post-traitement afin de regrouper
les articulations en des squelettes complets. Les coordonnées 3D sont stockées dans
des cartes aux positions 2D des articulations. En conséquent, si la localisation 2D
échoue ou si l’association des articulations échoue, l’estimation de poses 3D échouera
aussi. D’autres raisons peuvent rendre ces approches inefficaces. Premièrement, elles
manquent de précision à basse résolution à cause du facteur de sous-échantillonnage
entre l’image d’entrée et les cartes de chaleur prédites. Deuxièmement, il est impossible
de prédire les coordonnées 3D de deux articulations différentes au même endroit ou
à deux endroits très proches sans introduire de stockage redondant des articulations
lui-même pouvant être source de nouveaux conflits. Pourtant, dans des scènes réelles,
les chevauchements entre personnes sont fréquents et un estimateur de poses 3D se
doit d’être robuste à ces situations. Pour toutes ces raisons, les approches existantes
d’estimations de poses 3D ne sont pas adaptées à une estimation de poses 3D robuste,
en particulier en cas d’occultations ou à basse résolution.

Dans ce chapitre, nous décrivons PandaNet une nouvelle approche d’estimation de
poses 3D multi-personnes reposant sur les ancres. Une ancre a ici la même signification
que les ancres utilisées en détection d’objets. Il s’agit d’une boite englobante prédéfinie,
d’une certaine taille et d’un certain ratio. Comme en détection d’objets, une ancre est
associée à une vérité de terrain selon un critère de chevauchement entre cette ancre et
la boite englobante de cette vérité de terrain. Tout d’abord, une seule ancre, associée
à une personne, est responsable de la prédiction des poses 2D et 3D de la personne
correspondante. Il en résulte plusieurs avantages par rapport aux approches reposant
sur les cartes de chaleur et même sur l’utilisation d’ORPM. Tout d’abord, une seule
ancre est suffisante afin de prédire l’ensemble du squelette 3D d’une personne. A basse
résolution, lorsque le nombre de pixels de stockage se fait rare, c’est une propriété
importante qui permet au modèle proposé de prédire des poses 3D robustes même
pour des personnes ayant une petite taille dans l’image. De plus, aucune étape de
regroupement des articulations n’est nécessaire. La pose 3D est entièrement prédite
par l’ancre et ne risque pas d’être altérée par un processus d’association inefficace.

Dans le cadre de cette nouvelle représentation reposant sur l’utilisation d’ancres
pour l’estimation de poses 3D multi-personnes, deux autres contributions sont présen-
tées dans ce chapitre qui rendent cette nouvelle représentation plus efficace et robuste.
Premièrement, une stratégie, appelée Pose-Aware Anchor Selection, permet d’ignorer
les ancres associées de manière ambiguë aux vérités de terrain. Ensuite, une pondéra-
tion automatique des fonctions de pertes permet de gérer les déséquilibres entre tailles
de personnes et les incertitudes associées aux diffèrentes articulations.

De même que pour le modèle décrit au chapitre précédent, le modèle proposé ici
est validé sur trois ensemble de données multi-personnes : Joint Track Auto (JTA),
CMU Panoptic et MuPoTS-3D. Les résultats obtenues dépassent toutes les précédentes
méthodes single-shot de l’état de l’art.

4.2 Description de la méthode

A partir d’une image d’entrée, PandaNet prédit un ensemble dense de boites en-
globantes humaines avec les scores de confiances et les poses 2D et 3D associées. Ces
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(a) JTA (b) MuCO-3DHP (c) JTA Ext

Figure 4.1 – Ancres prédéfinies pour plusieurs ensembles de données d’entrâınement. Les
ancres, calculées grâce à la méthode des K-Moyennes, diffèrent d’un ensemble de données
à un autre. Pour JTA (Figure 4.1a), les ancres sont principalement allongées et de petite
taille. L’ensemble de données contient principalement des piétons éloignés de la caméra. Pour
MuCO-3DHP (Figure 4.1b) les ancres sont plus grandes et certaines ont une forme presque
carrée. Les images de cet ensemble de données contiennent des personnes proches de la caméra
avec une variété plus grande d’actions effectuées. Les ancres de JTA Ext (Figure 4.1c) sont,
comme les ancres de JTA, de petite taille mais avec des ratios plus variés. Les personnes de
cet ensemble de données sont éloignées de la caméra mais effectuent une plus grande variété
d’actions que celles de JTA.

boites (et les poses correspondantes) sont ensuite filtrées en utilisant la suppression des
non-maximum afin d’obtenir les détections finales et les poses humaines. La méthode
proposée est fondée sur Lapnet Chabot et collab. [2019], une approche de détection
d’objets single-shot. Comme LapNet, elle repose sur l’utilisation d’ancres prédéfinies.
Ces ancres sont calculées en appliquant l’algorithme des K-moyennes sur les boites en-
globantes de l’ensemble d’apprentissage. Ce clustering repose sur l’IoU plutôt que sur
une distance euclidienne afin d’être indépendant à l’échelle des boites. Des exemples
d’ancres prédéfinies sont illustrés par la Figure 4.1. Soit NA le nombre d’ancres prédé-
finies, Nk le nombre d’articulations humaines et H et W la largeur et la longueur des
cartes prédites par le réseau. Le modèle prédit les cartes suivantes :

(1) Des cartes de scores Ĉ ∈ RH×W×NA qui contiennent les probabilités que les ancres
soient des ancres positives, c’est à dire associées à une personne de l’image ;

(2) Des cartes B̂ ∈ RH×W×NA×4 contenant les vecteurs de correction à appliquer aux
ancres correspondantes afin que la boite obtenue englobe la personne associée ;

(3) Des cartes de coordonnées 2D P̂ 2D ∈ RH×W×NA×NK×2 qui contiennent des poses
2D complète exprimées relativement à l’ancre correspondante.

(4) Des cartes de coordonnées 3D P̂ 3D ∈ RH×W×NA×NK×3 qui contiennent des poses
3D relatives à l’articulation racine de la personne correspondante (le pelvis).

4.2.1 Architecture

PandaNet est un réseau multi-tâche dont l’architecture repose sur celle de LapNet,
un détecteur d’objets single-shot qui offre un bon compromis entre temps d’exécution et
la précision de la détection. Contrairement aux Stacked Hourglass Networks Newell
et collab. [2016] décrits au chapitre précédent, l’architecture utilisée dans PandaNet
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Feature
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Conv+
SubPixelsConv

Scores
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Poses 2D

Poses 3D

Backbone

Figure 4.2 – Architecture de PandaNet. L’image est d’abord traitée par la backbone d’un
CNN afin d’obtenir des cartes de caractéristiques à plusieurs résolutions et à plusieurs niveaux
sémantiques. Une pyramide de caractéristiques est ensuite calculée (comme celle calculée par
le FPN Lin et collab. [2017a]). Quatre convolutions 3× 3 sont ensuite appliquées à ces cartes
de caractéristiques. Les cartes obtenues sont alors sur-échantillonnées à la taille des cartes de
caractéristiques les plus grandes. Toutes les cartes sont ensuite concaténées et traitées par
quatre tête de prédictions. Chaque tête est composée de quatre couches de convolutions 3×3,
une couche de convolution sous-pixelliques Shi et collab. [2016] et une convolution 1× 1 afin
d’obtenir les cartes prédites.

Subpixel
Conv

Figure 4.3 – Illustration de la couche de Convolution Sous-Pixelliques (CSP) Shi
et collab. [2016]. Cette couche permet de réaranger un tenseur de petite résolution WB×HB

et de profondeur rš en un tenseur de plus grande taille WB.r ×HB.r
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n’est pas une architecture empilée. Bien que la formulation reposant sur les ancres soit
compatible avec une telle architecture itérative, notre choix s’est tourné ici vers une
architecture n’effectuant qu’une seule prédiction. Dans les Stacked Hourglass Networks,
une grosse partie de la capacité du réseau (et de la mémoire employée par ce dernier)
est dédiée au raffinement des prédictions. Cela limite la taille des images que l’on
peut donner au réseau si on souhaite garder un temps d’exécution raisonnable et si la
mémoire du GPU est limitée. Or, certaines applications nécessitent d’être capable de
traiter des images de grandes résolutions contenant de très petites cibles. Si ces images
sont sous-échantillonnées, une partie des cibles est perdue et ne peut être traitée par
le réseau.

L’architecture de PandaNet est détaillée Figure 4.2. L’image est d’abord traitée
par une backbone de CNN suivie d’un Feature Pyramid Network(FPN) Lin et col-
lab. [2017a] permettant d’extraire une pyramide de caractéristiques qui contiennent
des caractéristiques consolidées à plusieurs échelles et à plusieurs niveaux sémantiques.
Comme les caractéristiques issues d’un réseau hourglass, elles sont adaptées à la pré-
diction de poses humaines multi-personnes.

Ces caractéristiques sont traitées par quatre têtes de prédictions. Chaque tête est
composée de quatre couches de convolutions 3 × 3, une couche de convolution sous-
pixelliques Shi et collab. [2016] et une convolution 1×1 afin d’obtenir les cartes prédites.

Les couches de convolutions sous-pixelliques Shi et collab. [2016] utilisées dans
les têtes de prédictions sont importantes afin de détecter et d’estimer les poses des
personnes à basse résolution. A la base, la couche de convolution sous-pixellique a
été proposée afin d’effectuer de la super-résolution d’images. Ici, elle est utilisée afin
d’obtenir des cartes de caractéristiques de plus haute résolution facilitant la détection
de personnes de petites tailles. Le tenseur de basse résolution, de taille HB×WB×D.r2

est réarrangé en un tenseur de résolution plus grande de taille HB.r×WB.r×D comme
illustré Figure 4.3 pour le cas r = 2 et D = 1.

4.2.2 Représentation des poses 3D multi-personnes reposant
sur les ancres

Pour une image donnée I, on définit B = {bn ∈ R4} comme étant l’ensemble de
boites englobantes de vérité de terrain n ∈ [1, . . . , N ] et N étant le nombre de personnes
dans l’image. P2D = {p2D

n ∈ R2×NK} et P3D = {p3D
n ∈ R3×NK} sont les ensembles de

poses 2D et 3D correspondantes, Nk étant le nombre d’articulations.
Afin d’entrâıner PandaNet, une grille d’ancres A ∈ RH×W×NA×4 est définie. Ai,j,a

est un élément de cette grille à la position (i, j) pour l’ancre prédéfinie a. Soit B ∈
RH×W×NA×4 la grille des boites englobantes associées à une vérité de terrain. Chacun
de ses éléments est défini par :

Bi,j,a = argmax
bn∈B

IoU(bn, Ai,j,a) (4.1)

De même, P 2D et P 3D sont définis comme étant les grilles de poses 2D et 3D
associées à une vérité de terrain :

P 2D
i,j,a = p2D

n | bn = Bi,j,a (4.2)

P 3D
i,j,a = p3D

n | bn = Bi,j,a (4.3)
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En d’autres termes, P 2D
i,j,a et P 3D

i,j,a sont les poses 2D et 3D de la personne associée à
l’ancre Ai,j,a.

Le Per-Object Normalised Overlap (PONO) Chabot et collab. [2019], O est égale-
ment calculé. Il s’agit d’une mesure relative de chevauchement entre boites englobantes
et ancres qui est robuste à la taille des boites. A partir de l’équation 4.1, on peut dé-
duire l’ensemble Ass(Bi,j,a) des ancres associées à une boite englobante de vérité de
terrain Bi,j,a. Oi,j,a est l’IoU entre l’ancre Ai,j,a et la vérité de terrain Bi,j,a normalisé
par l’IoU maximal entre toutes les ancres de Ass(Bi,j,a) et Bi,j,a. Formellement :

Oi,j,a = IoU(Ai,j,a, Bi,j,a)
maxAi′,j′,a′∈Ass(Bi,j,a)IoU(Ai′,j′,a′ ,Bi,j,a)

(4.4)

Les ancres positives A+ sont l’ensemble des ancres associées à une vérité terrain
ayant un PONO supérieur à 0.5.

4.2.3 Supervision de la prédiction des boites englobantes et
des poses humaines

Supervision de la prédiction des boites englobantes reposant sur l’IoU

La plupart des approches de détection utilise la SmoothL1 Lin et collab. [2017b];
Redmon et Farhadi [2017]; Ren et collab. [2015] afin de superviser la prédiction des
boites englobantes. Plus récemment, certaines méthodes optimisent une fonction de
perte fondée sur l’IoU Chabot et collab. [2019]; Tian et collab. [2019] ou une généra-
lisation de celle-ci, tirant ainsi avantage de son invariance à l’échelle. Dans PandaNet,
une fonction de perte reposant sur l’IoU est également utilisée. Pour une ancre a, à la
position (i, j), on définit la fonction de chevauchement par :

Ôi,j,a = IoU(Bi,j,a, B̂i,j,a) (4.5)

où B̂i,j,a est la boite englobante prédite. La fonction de perte de localisation est
alors définie pixel par pixel suivant l’équation suivante :

Lloc(i, j, a) =


∥∥∥1− Ôi,j,a

∥∥∥2
, si Ai,j,a ∈ A+

0, sinon
(4.6)

Supervision de l’estimation de pose 2D reposant sur l’IoU

Alors que l’objectif principal du travail décrit dans ce chapitre est l’estimation de
poses 3D multi-personnes, PandaNet régresse également des poses 2D humaines. Cette
tâche est intégrée au réseau pour deux raisons. Premièrement, les poses 2D prédites
sont nécessaires dans la fonction de perte de classification décrite dans la sous-section
4.2.4. Ensuite, en minimisant la fonction de perte de reprojection entre les poses 2D et
les poses 3D relatives à une articulation, on peut obtenir des poses 3D absolues, c’est
à dire dans le référentiel de la caméra.

Régresser des poses 2D humaines est difficile à cause de grandes variations d’échelles
entre personnes. Par conséquent, une fonction de perte basée sur l’IoU est utilisée afin
de superviser la prédiction des poses 2D humaines.

Soit p2D
n,k les coordonnées de vérité de terrain de la kième articulation de la personne

n exprimées dans le repère image. p2D
n,k,0 et p2D

n,k,1 désignent alors respectivement la
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Figure 4.4 – Supervision de l’estimation de poses 2D. Une fonction de perte reposant
sur l’IoU est utilisée afin de superviser la prédiction des poses 2D. Pour cela, deux carrés
unitaires Ŝi,j,a,k and Si,j,a,k, centrés aux positions 2D prédite P̂ 2D

i,j,a,k et de vérité-terrain P 2D
i,j,a,k

sont définis. L’IoU est ensuite calculée entre ces deux carrés afin d’ être optimisée dans la
fonction de perte du réseau.

coordonnée en abscisse et en ordonnée. a désigne une ancre associée à cette personne.
Cette ancre se situe à une position (i, j) de la grille d’ancres. wa et ha désignent la
largeur et la hauteur de cette ancre. Les coordonnées p2D

n,k sont transformées en P 2D
i,j,a,k,

des coordonnées 2D exprimées dans le référentiel de l’ancre a. Cette transformation est
décrite par les équations suivantes :

P 2D
i,j,a,k,0 =

p2D
n,k,0 − i
wa

(4.7)

P 2D
i,j,a,k,1 =

p2D
n,k,1 − j
ha

(4.8)

P̂ 2D
i,j,a,k sont les coordonnées prédites dans le référentiel de l’ancre a située à la po-

sition (i, j). Comme illustré par la Figure 4.4, deux carrés unitaires dans le référentiel
de cette ancre, Ŝi,j,a,k and Si,j,a,k, centrés aux positions P̂ 2D

i,j,a,k et P 2D
i,j,a,k sont définis afin

de calculer la fonction de perte reposant sur l’IoU de l’articulation k :

Ô2D
i,j,a,k = IoU(Si,j,a,k, Ŝi,j,a,k) (4.9)

(4.10)L2D(i, j, a, k) =


∥∥∥1− Ô2D

i,j,a,k

∥∥∥2
, si Ai,j,a ∈ A+

0, sinon

Supervision de la pose 3D humaine

PandaNet est entrâıné à prédire des poses 3D de taille normalisée et translatée
au niveau du pelvis. L’ensemble des coordonnées 3D d’une personne est divisé par la
somme de la taille de ses membres. Puisque toutes les poses 3D sont prédites à la même
échelle, une simple distance euclidienne est utilisée pour la supervision. La fonction de
perte de supervision 3D de l’articulation k entre les coordonnées de vérité de terrain
P 3D
i,j,a,k et les coordonnées 3D prédites P̂ 3D

i,j,a,k est définie par :
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(4.11)L3D(i, j, a, k) =


∥∥∥P 3D

i,j,a,k − P̂ 3D
i,j,a,k

∥∥∥2
, si Ai,j,a ∈ A+

0, sinon

4.2.4 Sélection des ancres reposant sur les poses 2D prédites

(a) Image d’entrée (b) Grille d’ancres A.

(c) Ancre associées à des vérités de terrain A+ (d) Ancres sélectionnées A++

Figure 4.5 – Sélection des ancres reposant sur les poses 2D prédites. Une grille
d’ancres A est d’abord calculée à toutes les positions 2D de sortie. Un exemple d’ancre est
illustré en jaune. Les ancres associées à une vérité de terrain sont les ancres qui ont a un
PONO supérieur à 0.5 (illustré en rouge et en bleu Figure 4.5c). Néanmoins, certaines de
ces ancres sont ambiguës (ancres représentées par des croix dans 4.5c) car elles sont situées
dans des zones de chevauchement entre personnes. Ces ancres ambiguës sont filtrées et on
obtient alors un ensemble d’ancres positives et non-ambiguës de lecture de poses humaines
A++ représenté Figure 4.5d.

Comme illustré par Figure 4.5, certaines ancres positives dans A+ ne sont pas
adaptées à la prédiction de poses humaines consistantes. Quand plusieurs sujets se
chevauchent, ces ancres peuvent contenir plus d’une personne. Cela peut conduire à
la prédiction de boites englobantes et de poses humaines incorrectes. Il est pourtant
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(a) Image issue de l’ensemble
de données JTA Ext

(b) PONO O (c) O × Ô2D

Figure 4.6 – Exemple issu de l’ensemble de données JTA Ext montrant l’impact de
la Pose Aware Selection Strategy. L’image de la Figure 4.6a est très dense en personnes
avec des chevauchements très importants. Le PONO O calculé pour cette image (Figure 4.6b)
s’active dans toutes les zones de chevauchement conduisant à la prédiction d’ancres ambiguës.
La stratégie de sélection d’ancres proposée (Figure 4.6c) permet de filtrer toutes ces ancres
ambiguës avec une carte de supervision beaucoup plus éparse.

nécessaire d’avoir des emplacements de lecture permettant une lecture fiable des poses
humaines durant l’inférence. Pour cela, ces ancres ambiguës doivent être considérées
comme négatives. Nous désignons par A++ l’ensemble des ancres non-ambiguës.

Une façon de filtrer A+ afin d’obtenir A++ est d’utiliser les prédictions du réseau
durant l’entrâınement. On peut en effet considérer qu’une ancre non ambiguë est une
ancre qui permet d’effectuer des prédictions correctes alors qu’une ancre ambiguë ne
le permettra pas. Dans LapNet par exemple, une ancre est considérée comme non
ambiguë si le produit entre le chevauchement, Ôi,j,a, de la boite prédite par cette ancre
et la boite de vérité de terrain, multiplié par le PONO Oi,j,a est supérieur à 0.5. En
d’autres termes, dans LapNet, une ancre appartient à A++ si la boite prédite à partir
de cette ancre est suffisamment proche de celle de vérité de terrain. Dans une approche
de détection, cette stratégie est suffisante afin de résoudre certaines ambigüıtés mais
pour une approche d’estimation de poses, un tel critère n’est pas assez fin.

Dans PandaNet, les ancres de A++ doivent permettre la prédiction de poses hu-
maines valides et non-ambiguës. Pour cela, nous introduisons une nouvelle stratégie
de sélection des ancres reposant sur le chevauchement de poses 2D. Ce chevauchement
Ô2D
i,j,a est défini comme étant la moyenne de Ô2D

i,j,a,k pour toutes les articulations k de la
personne.

Nous définissons alors les labels Ci,j,a de classification des ancres par :

Ci,j,a =
{

1 si Oi,j,a × Ô2D
i,j,a > 0.5

0 sinon
(4.12)

La fonction de perte de classification est alors définie pour chaque position (i, j) et
chaque ancre a par :

Lcls(i, j, a) = H(Ci,j,a, Ĉi,j,a) (4.13)

où H est l’entropie croisée.

La Figure 4.6 montre l’effet de cette stratégie de sélection d’ancres sur une image
issue de l’ensemble de données JTA Ext. Dans la carte O × Ô2D, les zones de chevau-
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chement et d’ambigüıtés sont ignorées permettant la sélection d’ancres beaucoup plus
fiables.

4.2.5 Pondération automatique de fonctions de pertes repo-
sant sur l’incertitude homoscédastique

Un problème classique dans les réseaux de neurones multi-tâches est de pondérer
de façon appropriée chaque tâche. La performance de tels réseaux dépend fortement
de la pondération relative entre les tâches. Déterminer ces pondérations à la main est
difficile et coûteux.

Incertitude homoscédastique

On peut distinguer deux types d’apprentissages multi-tâches. On a d’une part des
apprentissages multi-tâches homogènes et d’autre part des apprentissages multi-tâches
hétérogènes. Un apprentissage multi-tâches est homogène lorsque les tâches sont de
même nature (classification par exemple) et il est hétérogène dans le cas inverse.

Un apprentissage hétérogène nécessite de trouver un moyen efficace de combiner ces
tâches de nature différente.

Kendall et collab. [2018] proposent de pondérer chaque tâche en considérant l’in-
certitude de chaque tâche. Ils introduisent une fonction de perte multi-tâches fondée
sur l’incertitude homoscédastique. Elle permet l’apprentissage simultané de plusieurs
quantités avec des unités et des échelles différentes que cela soit en classification ou en
régression. Les auteurs montrent que la pondération optimale entre les tâches dépend
à la fois de l’unité de mesure mais également du bruit inhérent à chaque tâche. L’in-
certitude homoscédastique permet alors de tenir compte de l’incertitude inhérente à
chaque représentation de la tâche ou à son unité de mesure. Dans Kendall et collab.
[2018], elle est utilisée dans un réseau qui apprend à la fois la géométrie de la scène et
sa sémantique. Le réseau permet alors une segmentation sémantique des images, une
segmentation des instances et une régression de la profondeur.

La fonction de perte multi-tâches reposant sur l’incertitude homoscédastique peut
être déduite de la maximisation d’une probabilité a posteriori gaussienne. Considérons
un problème simple où on cherche à régresser une variable y. Soit fW (x) la sortie d’un
réseau de neurones de poids W et d’entrée x . La probabilité à maximiser peut être
définie par une gaussienne centrée sur fW (x) :

p(y | fW (x)) = N (y; fW (x), σ2) (4.14)

En suivant le principe du maximum de vraisemblance, on maximise la log probabilité
du modèle. Pour une régression, σ2 étant la variance du bruit de la prédiction du modèle,
on a :

log p(y|fW (x)) ∝ − 1
2σ2‖y − f

W (x)‖2− log σ

Considérons un modèle à plusieurs sorties fW1 (x), . . . , fWk (x) correspondant aux
variables à régresser y1, . . . , yk. La probabilité a posteriori devient :

p(y1, . . . , yk|fW (x)) = p(y1|fW (x)) · · · p(yk|fW (x)) ∝ p(y1|fW1 (x)) · · · p(yk|fWk (x))
(4.15)

Considérons le cas particulier où le modèle a deux sorties fW1 (x) et fW2 (x). En
supposant que les variables à régresser correspondantes y1 et y2 soient indépendantes
conditionnellement aux statistiques suffisantes fW (x), on a alors :
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p(y1, y2|fW (x)) ∝ p(y1|fW1 (x)) · p(y2|fW2 (x)) = N (y1; fW1 (x), σ2
1).N (y2; fW2 (x), σ2

2)
(4.16)

Où la décomposition ci-dessus découle implicitement de l’hypothèse sous-jacente
que y1 et y2 sont des variables aléatoires indépendantes conditionnellement au modèle
fW (x).

On minimise l’opposé de la log loss c’est à dire la fonction de perte suivante :

L(W,σ1, σ2) = − log p(y1, y2|fW (x))

∝ 1
2σ2

1
‖y1 − fW1 (x)‖2+ 1

2σ2
2
‖y2 − fW2 (x)‖2+ log σ2

1σ
2
2

= 1
2σ2

1
L1(W ) + 1

2σ2
2
L2(W ) + log σ2

1σ
2
2

(4.17)

Kendall et al interprètent la minimisation de la fonction de perte précédente comme
l’apprentissage d’une pondération relative entre L1(W ) la fonction de perte relative à
la première sortie du réseau et L2(W ) celle relative à la deuxième sortie. Ainsi, si l’une
des deux sorties est très bruitée, son paramètre σ va être grand et donc sa fonction de
perte aura une pondération plus faible. Le dernier terme, log σ2

1σ
2
2 permet de régulariser

σ, évitant qu’il prenne une valeur trop grande. En effet, dans ce cas, la fonction de perte
correspondante serait ignorée. On peut déduire une fonction de perte équivalente en cas
de sorties discrètes (classification) ou de combinaisons de sorties discrètes et continues.
Dans le cas général, on aboutit à la fonction de perte multi-tâches suivante :

L(W,σ1, σ2, ..., σi) =
∑
i

1
2σ2

i

Li(W ) + log σ2
i (4.18)

Cette fonction présente l’avantage d’être différentiable et de ne pas aboutir à des
pondérations tendant vers zéro.

Fonction de perte de PandaNet reposant sur l’incertitude homoscédastique

PandaNet est un réseau multi-tâches effectuant à la fois de la classification, de la
régression de boites englobantes et de l’estimation de poses humaines. Les travaux de
Kendall et al s’intégrent donc naturellement dans l’approche. Une autre difficulté de
l’estimation de poses humaines single-shot est le déséquilibre existant entre les tailles
apparentes des personnes dans l’image. Dans des images issues de conditions réelles, il
y a à la fois un large intervalle de distances à la caméra des personnes et un déséquilibre
dans la taille des personnes dans l’image. Dans LapNet, des poids associées aux ancres
sont appris afin de répondre à ce problème dans le contexte de la détection d’objets.
Dans les tâches d’estimations de poses de PandaNet, les incertitudes associées aux arti-
culations doivent également être traitées. En effet, puisque les articulations ont diffèrent
degrés de liberté, les prédictions associées aux hanches sont plus précises que celles as-
sociées aux mains. L’incertitude dépend aussi de la taille des personnes dans l’image.
Un réseau est moins précis pour des personnes occupant une toute petite portion de
l’image que pour des personnes occupant une proportion plus grande. De plus, plus
une personne est éloignée de la caméra, plus les chances qu’elle soit occultée augmente.
Ainsi, en plus des pondérations par tâche reposant sur l’incertitude homoscédastique
introduites dans Kendall et collab. [2018] et ceux par ancre introduits dans LapNet,
PandaNet intégre aussi des pondérations automatiques par articulation et par ancre à
travers les fonctions de perte suivantes 1 :

1. Pour des raisons de simplification des notations, on pose λ = 1
2σ2 .
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(4.19)Lcls = λcls
HWNA

∑
a

λacls
∑
i,j

Lcls(i, j, a) + log( 1
λcls

) + 1
NA

∑
a

log( 1
λacls

)

(4.20)Lloc = λloc
N+

∑
a

λaloc
∑
i,j

Lloc(i, j, a) + log( 1
λloc

) + 1
NA

∑
a

log( 1
λaloc

)

(4.21)L2D = λ2D

NKN+

∑
i,j,a,k

λa,k2DL2D(i, j, a, k) + log( 1
λ2D

) + 1
NKNA

∑
a,k

log( 1
λk,a2D

)

(4.22)L3D = λ3D

NKN+

∑
i,j,a,k

λa,k3DL3D(i, j, a, k) + log( 1
λ3D

) + 1
NKNA

∑
a,k

log( 1
λk,a3D

)

où λcls, λloc, λ2D and λ3D sont les poids associés aux tâches, λacls et λaloc sont les poids
associées aux ancres pour respectivement les tâches de classification et de localisation
et λa,k2D and λa,k3D sont les pondérations par ancre et par articulation. Tous les λ sont
appris et optimisés durant l’entrâınement par rétropropagation. Tous les termes log( 1

λ
)

sont des termes de régularisation qui évitent que tous les λ convergent vers 0. Notons
que par rapport à l’équation 4.18, les lambda peuvent être assimilés à l’inverse de la
variance des bruits de prédiction sigma. La fonction de perte finale est ainsi définie
par :

(4.23)Ltotal = Lcls + Lloc + L2D + L3D

4.3 Résultats expérimentaux

La performance de PandaNet est évaluée sur trois ensembles de données : JTA
Fabbri et collab. [2018], CMU-Panoptic Joo et collab. [2019] et MuPoTS-3D Mehta
et collab. [2017].

Métriques d’évaluation : Afin d’évaluer les approches d’estimation de poses 3D
multi-personnes, deux métriques sont utilisées. La première est la MPJPEr et la se-
conde est la PCK3Dr. Sur JTA, la performance en détection est également évaluée
avec l’Average Precision (AP) utilisée dans PASCAL VOC Everingham et collab.
[2015].

Procédure d’entrâınement : Le modèle a été implémenté et évalué avec Tensor-
flow 1.12. Dans toutes nos expérimentations, le modèle a été entrâıné avec des mini-
batchs de 24 images. L’optimiseur SGD a été utilisé avec un momentum de 0.9, un
pas d’apprentissage initial de 0.005 et un decay de 0.9. Des troncatures et change-
ments d’échelles aléatoires sont utilisés comme augmentation de données. La batch
normalisation synchronisée à travers plusieurs GPU est utilisée. Darknet-53 Redmon
et Farhadi [2018] sert de backbone. Le nombre d’ancres prédéfinies est fixé à 10 dans
toutes les expériences.

4.3.1 Résultats sur l’ensemble de données JTA

Études ablatives

Sélection d’ancres reposant sur les poses 2D prédites : Les résultats du
tableau 4.1 montrent l’efficacité de la sélection d’ancres reposant sur les poses 2D
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(a) Pondérations automatiques λa,k2D moyennées par articulation

(b) Pondérations automatiques λa,k3D moyennées par articulation

Figure 4.7 – Pondérations automatiques λa,k2D (Figure 4.7a) et λa,k3D (Figure 4.7b) moyennées
par articulation
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Type de sélection d’ancres AP 3DPCK
Aucune 84.1 80.7
Reposant sur les boites Chabot et collab. [2019] 85.1 81.9
Reponsant sur les poses 2D (PandaNet) 85.3 83.2

Tableau 4.1 – Influence de la stratégie de sélections d’ancres. Tous les modèles sont
entrâınés avec la pondération automatique des fonctions de pertes reposant sur l’incertitude
homoscédastique.

tâche ancre articulation AP 3DPCK
1 1 1 21.7 15.8
appris 1 1 84.1 80.8
appris appris 1 85.2 81.7
appris appris appris 85.3 83.2

Tableau 4.2 – Influence de la pondération automatique de fonctions de pertes.
tâche, ancre et articulation représente le type de pondération λ. Tous les modèles sont en-
trâınés avec la stratégie de sélection d’ancres reposant sur la pose 2D.

prédites (Section 4.2.4). Nous comparons trois variantes de PandaNet. La première va-
riante (première ligne) est un modèle où aucune stratégie de sélection d’ancres n’a été
utilisée. Cela correspond à un modèle où uniquement le PONO Oi,j,a est considéré dans
l’équation 4.12. L’utilisation d’une stratégie de sélection reposant sur les boites englo-
bantes prédites Chabot et collab. [2019] (deuxième ligne) améliore les performances
obtenues par rapport à cette baseline. L’estimation de boites et l’estimation de poses
3D tirent toutes les deux bénéfice de cette stratégie de sélection d’ancres. L’utilisation
de la sélection d’ancres reposant sur les poses 2D prédites permet d’obtenir une AP
similaire au modèle précédent tout en améliorant la 3DPCKr, montrant l’efficacité de
cette stratégie dans la sélection de meilleures ancres pour l’estimation de poses 3D.

Pondération automatique de fonctions de pertes : L’influence de la pondé-
ration automatique de fonctions de pertes est détaillée dans le Tableau 4.2. Lorsque
tous les lambdas sont fixes et égaux à 1, le modèle a de faibles performances sur toutes
les tâches (première ligne). Apprendre les pondérations associées aux tâches ( λloc, λcls,
λ2D and λ3D) permet au réseau de converger et d’atteindre de bonnes performances
sur toutes les tâches (deuxième ligne). Apprendre les pondérations associées aux ancres
(λaloc et λacls) améliore les performances en détection et en estimation de poses 3D. Les
meilleurs résultats sont obtenues lorsque tous les λ sont appris, montrant ainsi l’impor-
tance de la pondération automatique des fonctions de pertes proposée.

Les Figures 4.7a et 4.7b montrent la valeur moyenne de ces poids en fonction de
l’articulation à laquelle ils sont associés. On constate ainsi que plus l’articulation est
mobile (poignets et chevilles) et plus la pondération est faible. Ceci est en accord avec
la théorie présentée équations 4.17 et 4.18 car les articulations les plus mobiles sont plus
difficiles à estimer. La variance du bruit de prédiction (σ) est donc plus importante sur

Distance <10 10-20 20-30 30-40 >40 All
Sans Convolution Sous-Pixellique 94.1 92.5 85.8 79.0 70.1 82.1
Avec Convolution Sous-Pixellique 95.6 93.7 87.3 80.5 71.2 83.2

Tableau 4.3 – 3DPCKr sur l’ensemble de données JTA avec ou sans la convolution sous-
pixellique en fonction de la distance à la caméra (exprimée en mètres)
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ces articulations, ce qui amène à une pondération (λ) plus faible. Les valeurs estimées
pour λ varient donc bien en fonction du bruit de prédiction.

Convolution sous-pixellique : La convolution sous-pixellique permet de géné-
rer des cartes de caractéristiques de plus grande résolution. Le tableau 4.3 montre
qu’elle permet d’améliorer les poses 3D prédites, quelque soit la distance des personnes
par rapport la caméra. L’ajout de la convolution sous-pixellique permet d’améliorer la
3DPCKr de 1.1%.

Comparaison avec l’approche décrite au Chapitre 4

Distance <10 10-20 20-30 30-40 >40 All
Chapitre 4 55.8 68.4 57.8 49.3 41.7 43.9
PandaNet 95.6 93.7 87.3 80.5 71.2 83.2

Tableau 4.4 – 3DPCKr sur l’ensemble de données JTA en fonction de la distance à la
caméra (exprimée en mètres)

Méthode tête cou clavicules épaules coudes poignets colonne vertébrale hanches genoux chevilles toutes
Chapitre 4 41.1 44.6 44.9 33.8 27.2 19.0 74.4 73.9 25.7 8.9 43.9
PandaNet 92.7 99.1 97.0 78.4 72.1 60.1 99.9 87.8 71.8 58.0 83.2

Tableau 4.5 – 3DPCKr par articulation sur l’ensemble de données JTA

Nous comparons ici PandaNet avec le meilleur modèle du chapitre précédent, c’est
à dire le modèle avec l’inférence multi-échelles.

Le Tableau 4.4 contient les 3DPCKr obtenus en fonction de la distance des per-
sonnes à la caméra. PandaNet surpasse l’approche décrite au chapitre précédent sur
toutes les distances à la caméra montrant la capacité qu’a le modèle d’estimer les poses
3D à toutes les échelles. Le modèle a d’excellents résultats pour les personnes proches de
la caméra (moins de 20m) mais a également de bonnes performances pour les personnes
plus éloignées.

Le Tableau 4.5 détaille les résultat obtenus par articulation sur l’ensemble de don-
nées JTA. PandaNet dépasse le modèle du Chapitre 4 pour toutes les articulations. En
particulier, il n’a aucune difficulté à estimer les coordonnées 3D pour les articulations
qui ont le moins de degrés de liberté (tête, clavicule, hanches et colonne vertébrale. La
3DPCKr pour ces articulations est en effet supérieure à 92%. Par rapport au modèle
décrit au chapitre précédent, PandaNet améliore la 3DPCK de 44.6% pour les épaules
et de 34.9% pour les coudes. Les articulations terminales sont les plus difficiles à estimer
avec une 3DPCKr de 60.1% et 58.0%.

La Figure 4.8 montre des résultats qualitatifs pour l’ensemble de données JTA. La
Figure 4.9 montre que le modèle entrâıné sur JTA est capable de généraliser à des
images réelles contenant un nombre important de personnes.

Résultats pour l’ensemble de données Jta Ext

Les résultats expérimentaux sur l’ensemble de données JTA montrent que Pan-
daNet a d’excellentes performances sur des images contenant de nombreux piétons à
des distances très variées de la caméra. Néanmoins, les poses contenues dans cet en-
semble de données manquent de diversité. Il s’agit principalement de personnes qui
marchent avec parfois quelques personnes assises ou parlant au téléphone. La Figure
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Figure 4.8 – Poses 3D multi-personnes prédites par PandaNet sur des images issues de
l’ensemble de test de JTA. Les translations et les tailles de vérité-terrain sont utilisées pour
la visualisation.

Distance(m) 0-20 20-30 30-40 >40 All
3DPCKr 67.1 53.2 53.3 32.9 58.0

Tableau 4.6 – 3DPCKr sur l’ensemble de données JTA-EXT en fonction de la distance à
la caméra (exprimée en mètres)

[]
tête cou clavicules épaules coudes poignets colonne vertébrale hanches genoux chevilles toutes

3DPCKr 65.3 76.9 75.0 31.7 21.7 15.3 96.0 79.3 41.4 29.3 58.0

Tableau 4.7 – 3DPCKr par articulation sur l’ensemble de données JTA Ext
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Figure 4.9 – Poses 3D multi-personnes prédites par PandaNet sur des images issues du chal-
lenge MOT. Le modèle a été entrâıné uniquement sur les images synthétiques de l’ensemble de
données JTA. La taille attribuées aux personnes est la taille moyenne calculée sur l’ensemble
d’apprentissage JTA et leur translation est calculée en minimisant l’erreur de reprojection
entre les poses 3D et 2D prédites.

Figure 4.10 – Histogrammes 2D d’articulations issues des ensemble de données CrowdPose Li
et collab. [2019] et JTA Fabbri et collab. [2018]. Ces histogrammes montrent clairement que
les articulations de JTA sont localisées autour d’une petite zone alors que celles de CrowdPose
ont une variabilité beaucoup plus grande. Source Golda et collab. [2019]
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(a) JTA (b) JTA Ext

Figure 4.11 – Distribution des Index de Foule pour l’ensemble de données JTA et JTA Ext.
Source Golda et collab. [2019]

4.10 le confirme. En comparant la distribution des articulations 2D entre un ensemble
de données réelles (CrowdPose) et JTA, on remarque que les articulations de JTA sont
bien plus concentrées.

Il est alors intéressant d’étudier les performances de PandaNet dans des scènes
ayant le même niveau de difficulté en terme de variétés de milieux et de distances à la
caméra des personnes mais contenant une plus grande diversité d’actions effectuées et
des cas d’occultations beaucoup plus poussés. JTA Ext Golda et collab. [2019] est une
extension de JTA contenant toutes sortes d’activités comme marcher, faire du yoga,
faire des pompes ou se battre. En plus d’être varié en termes de poses humaines, cet
ensemble de données contient une diversité plus grande de cas d’occultations. Ceci est
illustré par la Figure 4.11 qui montre que JTA contient principalement des images avec
un faible Index de Foule (inférieur à 0.5) alors que JTA Ext contient une proportion
plus importante d’images avec des Index de Foule supérieurs à 0.5. Concrètement, cela
signifie que les chevauchements entre personnes sont beaucoup plus fréquents dans JTA
Ext que dans JTA, augmentant ainsi la difficulté dans l’estimation de poses humaines.
JTA EXT contient ainsi 58 vidéos avec 46 350 images et 812 742 poses humaines.

Afin de s’évaluer sur cet ensemble de données, les vidéos 1,2,3,4,10,19,21,23 et 36 ont
été choisies comme ensemble de test. Le reste des vidéos est utilisé pour l’entrâınement
et la validation du modèle. De plus, JTA est également utilisé pendant l’apprentissage.
Ainsi, chaque batch d’entrâınement contient pour moitié des images de JTA et pour
moitié des images de JTA Ext.

Les résultats des tableaux 4.6 et 4.7 montrent que PandaNet a plus de difficulté à
traiter la grande variété de poses de JTA Ext et à être robuste aux nombreux cas d’oc-
cultations que présente cet ensemble de données. Le Tableau 4.6 montre que PandaNet
a de bonnes performances pour des personnes proches de la caméra avec un 3DPCKr

de 67.1% pour les personnes situées à moins de 20m. Pour les personnes situées à des
distances comprises entre 20 et 30m, PandaNet a une 3DPCKr supérieure à 50%. En
revanche, pour les personne situées à plus de 40m, la 3DPCKr chute à 32.9%. Dans
le cas de JTA, PandaNet peut faire l’hypothèse d’une personne debout en train de
marcher. S’il estime correctement son orientation par rapport à la caméra, il peut avoir
une bonne 3DPCKr. En revanche, cette hypothèse ne tient plus pour JTA Ext où les
personnes peuvent être en train d’effectuer tout type d’action. Le Tableau 4.7 montre
que cette variété plus grande de poses 3D affecte en particulier les performances des
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articulations terminales. Alors que PandaNet a une 3DPCK supérieure à 75% pour les
articulations les moins mobiles que sont le cou, les clavicules, la colonne vertébrale et
la hanche, il a une 3DPCKr inférieure à 30% pour les articulations les plus mobiles
comme le coude, le poignet et les chevilles.

4.3.2 Résultats pour l’ensemble de données CMU-Papoptic

[t]

Méthode Haggling Mafia Ultimatum Pizza Mean

Zanfir et collab. [2018a] 140.0 165.9 150.7 156.0 153.4
Zanfir et collab. [2018b] 72.4 78.8 66.8 94.3 72.1
Chapitre 4 70.1 66.6 55.6 78.4 68.5

Ours 40.6 37.6 31.3 55.8 42.7

Tableau 4.8 – MPJPEr en mm pour l’ensemble de données CMU-Panoptic

Le protocole suivi ici est le même que celui utilisé dans le Chapitre 4.
Pour cet ensemble de données, PandaNet améliore les performances par rapport

aux précédentes approches de l’état de l’art mais également par rapport à l’approche
décrite dans le Chapitre 4 (Tableau 4.8). La MPJPE moyenne est améliorée de 25.8
mm par rapport à l’approche précédente. Alors que les résultats pour l’ensemble de
données JTA montrent la capacité du modèle à traiter correctement des scènes réa-
listes dans des scènes urbaines contenant de nombreuses personnes, les résultats sur
l’ensemble de donnée CMU-Panoptic montrent que PandaNet traite efficacement des
scènes contenant beaucoup de chevauchements entre personnes et des troncatures.

4.3.3 Résultats pour l’ensemble de données MuPoTS-3D
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Méthode S1 S2 S3 S4 S5 S6 S7 S8 S9 S10 S11 S12 S13 S14 S15 S16 S17 S18 S19 S20 Avg

Two-Stage
LCR-Net Rogez et collab. [2017] 67.7 49.8 53.4 59.1 67.5 22.8 43.7 49.9 31.1 78.1 33.4 33.5 51.6 49.3 56.2 66.5 65.2 62.9 66.1 59.1 53.8
LCR-Net++ Rogez et collab. [2019] 87.3 61.9 67.9 74.6 78.8 48.9 58.3 59.7 78.1 89.5 69.2 73.8 66.2 56.0 74.1 82.1 78.1 72.6 73.1 61.0 70.6
Moon et collab. [2019] 94.4 77.5 79.0 81.9 85.3 72.8 81.9 75.7 90.2 90.4 79.2 79.9 75.1 72.7 81.1 89.9 89.6 81.8 81.7 76.2 81.8

Single-Shot

Mehta et collab. [2017] 81.0 59.9 64.4 62.8 68.0 30.3 65.0 59.2 64.1 83.9 67.2 68.3 60.6 56.5 69.9 79.4 79.6 66.1 64.3 63.5 65.0
XNect Mehta et collab. [2019] 89.7 65.4 67.8 73.3 77.4 47.8 67.4 63.1 78.1 85.1 75.6 73.1 65.0 59.2 74.1 84.6 87.8 73.0 78.1 71.2 72.1
Chapitre4 78.1 62.5 55.5 63.8 70.2 50.8 73.8 65.3 55.1 79.3 70.4 72.3 65.4 55.3 65.2 81.3 77.2 75.9 74.2 71.6 67.5
PandaNet 86.1 75.6 44.0 68.0 82.0 68.3 67.5 62.5 71.8 85.5 83.2 76.6 73.7 59.3 75.3 84.8 83.0 75.0 79.4 66.0 72.6

Tableau 4.9 – 3DPCKr, par séquence, de notre méthode et d’autres méthodes de l’état de l’art sur l’ensemble de données MuPoTS-3D.
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Figure 4.12 – Comparaison du temps d’exécution entre PandaNet et l’approche de Moon
et collab. [2019] en fonction du nombre de personnes par image. Les deux modèles sont
exécutés sur une carte graphique NVIDIA Titan X GPU. Les images sont issues de l’ensemble
de données Fabbri et collab. [2018].

Afin de s’évaluer sur l’ensemble de données MuPoTS-3D, PandaNet a été entrâıné
sur les ensembles de données COCO Keypoints et MuCo-3DHP. Le modèle est d’abord
entrâıné, pendant 200 000 itérations, sur des batchs ne contenant que des images issues
de l’ensemble de données COCO Keypoints. Ensuite, il est entrâıné sur des batchs
contenant pour moitié des données issues de COCO Keypoints et pour moitié des
données issues de MuCo-3DHP. Pour les images issues de COCO, la fonction de perte
pour la tâche de régression 3D n’est pas supervisée. Lors de l’évaluation, les images
sont redimensionnées de telle sorte que la dimension la plus petite soit égale à 512.

Le tableau 4.9 contient les résultats obtenus sur l’ensemble de données MuPoTS-
3D. PandaNet a une 3DPCKr plus élevée que les approches single-shot précédentes et
que l’approche décrite au Chapitre 4. Elle surpasse la méthode de Mehta et collab.
[2017] de 7.6 %, et la méthode du Chapitre 4 de 5.1 %. Par rapport à XNect Mehta
et collab. [2019], l’amélioration est de 0.5 %. XNect est composé de deux modèles dif-
férents. Le premier prédit des poses 2D et 3D partielles qui sont ensuite raffinées par
un deuxième réseau afin d’obtenir des poses 3D complètes. Cela permet au deuxième
réseau de compenser les faiblesses du premier (comme les occultations d’articulation
ou les troncatures de personnes). PandaNet atteint des performances supérieures avec
un seul réseau, sans aucun processus de raffinement. Comparé aux méthodes à deux
étapes, PandaNet a de meilleurs résultats que LCR-Net Rogez et collab. [2017] et
LCR-Net++ Rogez et collab. [2019]. En revanche, PandaNet a une 3DPCKr plus
basse que l’approche de Moon et collab. [2019]. Cette approche en deux étapes utilise
un détecteur d’objets en deux étapes externe Ren et collab. [2015] et chaque per-
sonne détectée est ensuite traitée par un estimateur de poses 3D mono-personne Sun
et collab. [2018]. Il en résulte que le temps d’exécution du modèle de Moon et collab.
[2019] dépend du nombre de personnes dans l’image. Ceci est-illustré dans la Figure
4.12. Si le nombre de personnes est important, l’approche de Moon et collab. [2019]
devient très lente. En revanche, PandaNet est une méthode single-shot ce qui permet
un temps d’exécution quasiment constant, quelque soit le nombre de personnes présent
dans l’image. Le temps d’inférence de PandaNet est d’environ 140ms pour des images
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Figure 4.13 – Poses 3D multi-personnes prédites par PandaNet sur des images issues de l’en-
semble de données MuPoTS-3D. Les translations et les tailles de vérité-terrain sont utilisées
pour la visualisation.
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Figure 4.14 – Poses 3D multi-personnes prédites par PandaNet sur des images issues de l’en-
semble de données COCO keypoints. La taille attribuées aux personnes est la taille moyenne
calculée sur l’ensemble d’apprentissage MuCo-3DHP et leur translation est calculée en mini-
misant l’erreur de reprojection entre les poses 3D et 2D prédites.
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contenant 60 personnes sur une carte graphique NVIDIA Titan X.

La Figure 4.13 contient quelques résultats qualitatifs sur l’ensemble de données
MuPoTS-3D et la Figure 4.14 contient des prédictions sur l’ensemble de données COCO
Keypoints. Sur ces images, PandaNet montre une bonne capacité de généralisation sur
des images variées en conditions réelles.

4.4 Conclusion

PandaNet est une nouvelle approche d’estimation de poses 3D humaines multi-
personnes reposant sur une représentation par ancres. Celle-ci lui permet de traiter des
scènes avec un nombre important de personnes, de grandes variations d’échelles et des
chevauchements entre personnes. Le modèle prédit de manière single-shot des boites
englobantes et les poses 2D et 3D correspondantes. Afin de filtrer les ancres ambiguës
lors de chevauchements de personnes, nous avons introduit une stratégie de sélection
d’ancres reposant sur les poses 2D prédites. De plus, une pondération automatique de
fonctions de perte a également été proposée. Elle permet d’équilibrer les fonctions de
perte associées à chaque tâche, les déséquilibres entre les tailles des personnes dans les
images et les incertitudes liées aux prédictions des coordonnées des articulations.

Les expériences réalisées valident la formulation proposée et montrent l’importance
de la stratégie de sélection d’ancres et de la pondération automatique de fonctions de
pertes. De plus, les résultats expérimentaux montrent que PandaNet a des performances
supérieures aux précédentes approches single-shot de l’état de l’art.
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Chapitre 5

Absolute PandaNet : Estimation de
poses 3D multi-personnes absolues
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5.1 Introduction

PandaNet, le modèle décrit au chapitre précédent prédit des poses 3D multi-personnes
relatives à partir d’images RGB. Par poses 3D relatives, nous entendons que les co-
ordonnées 3D des articulations d’une personne sont exprimées dans un repère centré
sur une articulation racine de la personne (le pelvis par exemple) et orienté comme
le repère de la caméra. Dans le cadre d’une estimation de poses 3D mono-personne,
estimer des poses relatives peut être suffisant car on s’intéresse alors au mouvement
d’une seule personne. Dans le cas de poses 3D multi-personnes, plusieurs applications
nécessitent d’estimer les poses 3D dans un même repère caméra, qui peut être le repère
caméra. Par exemple, si on s’intéresse aux interactions entre personnes, il est important
de localiser les personnes les unes par rapport aux autres. Par la suite, nous désignons
par poses 3D absolues les poses exprimées dans le repère de la caméra.

La pose 2D P2D et la pose 3D absolue P3Da sont liées par l’équation suivante :

P2D = proj(K,P3Da) (5.1)

Où K est la matrice de calibration intrinsèque de la caméra et proj la fonction de
projection perspective. La pose 3D absolue d’une personne peut être obtenue à partir
de la pose 3D relative P3Dr avec l’équation suivante :

P3Da = α.P3Dr + Pa (5.2)

Où α représente la taille de la personne et Pa = [Xa, Ya, Za]T représente les coordon-
nées de l’articulation racine dans l’espace caméra. Ainsi, si la calibration intrinsèque et
la taille de la personne sont connues, la pose 3D absolue peut-être estimée en résolvant :

argmin
Pa

‖P2D − proj(K,α.P3Dr + Pa)‖2 (5.3)

Néanmoins, en pratique, les personnes sont de tailles variables et inconnues. La
variation de taille est d’environ 10% en hauteur (de la tête au pieds) et de 25% en
largeur Ruff [2002]. Cette taille est difficilement estimable directement à partir d’une
image RGB sans information supplémentaire d’échelle et est intrinsèquement ambiguë.
En effet, la taille apparente dans l’image dépend à la fois de la distance focale et de la
distance à la caméra des personnes. L’échelle peut être retrouvée à partir d’informations
a priori sur la scène comme la localisation du plan du sol ou la présence d’objets de
taille connue mais bien souvent ces informations ne sont pas disponibles.

De plus, l’équation 5.3 suppose que les poses 2D et 3D sont parfaites. Or, à cause
de points de vue difficiles, d’occultations, de troncatures ou d’une faible résolution,
l’estimation de poses peut être imprécise ou erronée. Plus cette imprécision est grande,
plus l’estimation absolue de poses 3D risque d’être erronée. Ainsi, les approches repo-
sant sur la minimisation de l’erreur de reprojection Dabral et collab. [2019]; Rogez
et collab. [2017, 2019] sont sensibles aux erreurs d’estimation de poses. XNect Mehta
et collab. [2019] estime la translation avec une caméra calibrée et une contrainte du
plan du sol. Néanmoins, les pieds sont bien souvent invisibles et obtenir la calibration
extrinsèque d’une caméra est souvent difficile.

Au lieu d’utiliser les poses 2D et 3D et d’optimiser la fonction de l’équation 5.3, il
est possible de prédire des poses 3D absolues directement à partir de l’image comme
proposé par l’approche de Fabbri et collab. [2020] appelée LoCO. Dans leur approche
bottom-up, une représentation volumétrique est utilisée afin de modéliser les positions
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3D absolues des articulations. Une méthode de compression, reposant sur un auto-
encodeur, est employée afin de réduire la taille de cette représentation. Ainsi, le modèle
peut exploiter des indices visuels importants (comme la position des personnes les unes
par rapport aux autres) afin de prédire des poses 3D absolues. Néanmoins, cela rend
le modèle très dépendant de la calibration intrinsèque de la caméra ayant produit les
images d’entrâınement. Celle-ci doit être constante pour un entrâınement donné au
risque de créer une ambigüıté dans l’estimation de poses 3D absolues. En effet, si la
calibration intrinsèque change d’une image à une autre, le réseau ne peut plus déter-
miner si le changement de taille d’une personne dans l’image est dû à un changement
de sa profondeur ou à un changement de la calibration intrinsèque. Une augmentation
basique comme des troncatures ou des zooms aléatoires sont alors impossibles pendant
l’entrâınement. Il devient aussi impossible de mélanger plusieurs ensemble de données
différents ayant des calibrations intrinsèques différentes. Or, la littérature en estimation
de poses 3D montre la nécessité de mélanger plusieurs ensembles d’apprentissage diffé-
rents afin d’améliorer la capacité de généralisation du modèle. Un protocole classique
en estimation de poses 3D multi-personnes est de combiner les ensembles de données
COCO Keypoints et MuCo-3DHP. Or les images de COCO keypoints sont issues de ca-
méras différentes ayant des calibrations intrinsèques très différentes et inconnues. Il est
ainsi impossible d’entrâıner LoCO suivant ce protocole, d’autant plus que la représen-
tation volumétrique employée nécessite une annotation de pose 3D absolue complète
et ne peut être entrâınée avec les annotations 2D de COCO. De plus, le modèle ne
donne des performances optimales que sur des images ayant la même calibration in-
trinsèque que les images d’entrâınement. Ainsi, un modèle entrâıné sur MuCo-3DHP,
outre le problème de généralisation dû à l’absence de données issues de l’ensemble de
données COCO, ne pourrait pas avoir de bonnes performances sur MuPoTS à cause
du changement de calibration intrinsèque entre les deux ensembles de données.

Une autre manière d’adresser le problème d’estimation de poses 3D absolues est de
considérer un a priori sur la taille des boites englobantes comme proposé par Moon
et collab. [2019]. Les auteurs définissent une mesure k selon l’équation suivante :

k =
√
αxαy

Areel
Aimg

(5.4)

Où where αx et αy sont les distances focales, Areel et Aimg sont les aires de la
boite englobante dans le référentiel réel (en mm2) et l’espace de l’image (en pixels2).
k est alors une approximation de la profondeur de l’objet en fonction des tailles réelles
et pixelliques de sa boite englobante. En supposant les distances focales connues et
Areel constant, la profondeur d’un objet peut être estimée à partir de l’aire de sa
boite englobante. Néanmoins k est une estimation imprécise de la profondeur. Elle
suppose une relation linéaire entre l’aire dans l’image Aimg et l’aire rélle Areel. Or Areel
dépend aussi de l’apparence de l’objet. Deux personnes, situées à la même distance
de la caméra mais orientées différemment par rapport à celle-ci, auront une apparence
visuelle différente et donc une aire de boite englobante différente. De même un enfant et
un adulte situés à la même distance auront des tailles de boites englobantes différentes.
A l’inverse, deux personnes peuvent avoir une boite englobante ayant la même aire mais
être situées à des distances différentes. Ainsi, RootNet, le réseau proposé par Moon
et collab. [2019], prédit un facteur multiplicatif λ afin de corriger k. Celui-ci prend en
entrée une image recadrée de la personne et tient ainsi compte de l’information visuelle
afin de corriger k. Contrairement à LoCO, cette approche ne prend pas en compte
le contexte visuel de toute l’image car elle prend en entrée uniquement une image
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recadrée de la personne. Elle est en revanche plus générique car le facteur λ prédit est
indépendant de la calibration de la caméra. Néanmoins, cette approche implique un
temps d’exécution important lorsque le nombre de personnes présentes dans l’image
est grand puisque chaque imagette doit être traitée par un CNN.

Dans ce chapitre, nous proposons une extension à PandaNet, appelée Absolute
PandaNet, afin de permettre l’estimation de poses 3D absolues. Cette extension est
générique comme l’approche proposée par Moon et collab. [2019] car elle est robuste
aux changements de calibration de la caméra. Elle repose sur l’utilisation d’un réseau
complètement connecté qui prend en entrée, après normalisation, les poses prédites par
PandaNet et prédit la distance à la caméra des personnes correspondantes. Ce réseau,
très léger, est suffisamment rapide afin d’avoir un temps d’exécution négligeable devant
PandaNet. Il est également plus robuste que la minimisation de l’erreur de reprojection
de l’équation 5.3 car il est en mesure de s’adapter à certaines erreurs ou imprécisions
de PandaNet.

Les expérimentations menées montrent qu’Absolute PandaNet a des performances
qui dépassent les précédentes approches de l’état de l’art sur les ensembles de données
JTA et MuPoTS-3D et généralise à des milieux urbains sur l’ensemble de données
KITTI, tout en étant robuste à des changements de calibration intrinsèque.

5.2 Méthode Proposée

Image

PandaNet
Poses 2D

Poses 3D
ADEM

Normalisation

Calibration K

Distance Absolue

Figure 5.1 – Architecture d’Absolute PandaNet

L’objectif d’Absolute PandaNet est d’étendre le modèle PandaNet décrit au chapitre
précédent afin de permettre une estimation absolue de poses 3D humaines. Pour cela,
un module léger est ajouté à PandaNet afin d’estimer la distance d’une personne à la
caméra à partir des poses prédites par PandaNet. Ce module repose sur les modèles
proposés par Bertoni et collab. [2019]; Martinez et collab. [2017]. Dans Martinez
et collab. [2017], un réseau complètement connecté est introduit afin de prédire des
poses 3D relatives à partir de poses 2D. Dans Bertoni et collab. [2019], la même
approche est suive afin de prédire la distance des personnes à la caméra à partir de
poses 2D normalisées.

L’architecture d’Absolute PandaNet est illustrée Figure 5.1. A partir d’une image
d’entrée, PandaNet prédit les poses 2D dans le repère image et les poses 3D relatives
et normalisées des personnes présentes dans l’image. Grâce à la matrice de calibration
intrinséque de la caméra, les poses 2D sont normalisées. Les poses 2D ainsi obtenues
et les poses 3D prédites sont données en entrée au Module d’Estimation de Distances
Absolues, Absolute Distances Estimation Module (ADEM), un réseau complètement
connecté qui estime la distance absolue de personnes par rapport à la caméra. Grâce à
cette distance, aux coordonnées 2D de l’articulation racine et à la matrice de calibration,
on peut retrouver les coordonnées 3D absolues de l’articulation racine et ainsi la pose
3D absolue de la personne.
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5.2.1 Normalisation des coordonnées 2D

Une propriété importante d’Absolute PandaNet est sa généricité. Il peut être en-
trâıné avec des caméras ayant différentes calibrations intrinsèques et également être
utilisé sur tout type de caméra. Ceci est permis par la normalisation des coordonnées
2D proposée dans Bertoni et collab. [2019]. Soit p2D = {(u0, v0), . . . (uN , vN)} la pose
2D d’une personne, (ui, vi) étant les coordonnées 2D de l’articulation i et N étant le
nombre d’articulations. Au lieu de donner (ui, vi) en entrée au ADEM, on lui donne les
coordonnées normalisées (ũi, ṽi) calculées selon l’équation suivante :

[ũi, ṽi, 1]T = K−1[ui, vi, 1]T (5.5)

Cette normalisation rend la pose 2D indépendante de la calibration de la caméra et
évite que le modèle sur-apprenne une ou plusieurs calibrations spécifiques. De plus, afin
que le réseau n’utilise que la taille des personnes dans l’image (et pas leur position), les
coordonnées 2D sont exprimées relativement à l’articulation racine. Ainsi, les coordon-
nées 2D (ũR, ṽR) de l’articulation racine sont soustraites aux coordonnées normalisées
de toutes les articulations. Cela évite que le modèle ne sur-apprenne certaines positions
spécifiques dans les images.

5.2.2 Distance Absolue

Soit (xr, yr, zr) la position 3D absolue de l’articulation racine d’une personne. A

partir des poses 2D et 3D normalisées, le ADEM prédit d =
√
x2
r + y2

r + z2
r , la distance

absolue à la caméra de cette articulation. En supposant que la taille des personne dans
l’image ne dépend que de la distance d, on peut retrouver les coordonnées 3D absolues
de la racine (xr, yr, zr) selon l’équation suivante :

[xr, yr, zr]T = d×K−1 × [u, v, 1]T (5.6)

5.2.3 Absolute Distances Estimation Module
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Figure 5.2 – Architecture du Module d’Estimation de Distances Absolues, Abso-
lute Distances Estimation Module (ADEM). A partir de poses 2D et 3D normalisées,
l’ADEM estime une distance absolue et un facteur de régularisation α. L’ADEM est un
réseau de neurones complètement connecté composé d’une succession de modules. Chaque
module contient deux blocs, chacun d’eux comprenant une couche complètement connectée
(FC dans le schéma), une fonction d’activate ReLU, une couche de Batch Norm (BN), et
de dropout. Une connexion résiduelle connecte l’entrée d’un module à l’entrée du module
suivant. Le nombre de modules et le nombre de neurones de chaque couche sont déterminés
par hyperoptimisation.
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Le Module d’Estimation de Distances Absolues, Absolute Distances Estimation Mo-
dule (ADEM) est un réseau de neurones complètement connecté qui transforme les
coordonnées 2D et 3D normalisées qu’il prend en entrée en distance absolue de l’articu-
lation racine d. En entrâınant le réseau, ce dernier s’adapte aux erreurs et imprécisions
de PandaNet et en tient compte dans la prédiction de la distance absolue. Cela le rend
plus robuste que la minimisation de l’erreur de reprojection définie par l’équation 5.3.
Ce réseau a la même structure que ceux employés dans Bertoni et collab. [2019];
Martinez et collab. [2017] mais diffère dans les entrées et les sorties qu’il prend. Le
réseau utilisé dans Martinez et collab. [2017] prend en entrée des poses 2D et prédit
des poses 3D relatives. Le réseau employé dans Bertoni et collab. [2019] prend en
entrée des poses 2D et prédit une distance absolue et l’objectif de la méthode proposée
n’est pas de prédire des poses 3D absolues. Le ADEM prend en entrée à la fois les poses
2D et 3D calculées par PandaNet et prédit une distance absolue utilisée afin d’estimer
la pose 3D absolue de la personne correspondante.

L’architecture du ADEM est illustrée Figure 5.2. Il se compose d’une succession de
plusieurs modules avec une connexion résiduelle reliant l’entrée à la sortie de chaque
module. Ces modules sont composés de deux blocs comprenant chacun une couche de
neurones entièrement connectés avec une fonction d’activation ReLu, une couche de
batch normalisation et une couche de dropout.

5.2.4 Fonctions de pertes

Afin de superviser l’entrâınement de l’ADEM, la fonction de perte définie dans
Bertoni et collab. [2019] a été utilisée. Elle pénalise l’écart relatif entre la distance à

la caméra prédite d̂ et la vérité de terrain d. De plus, elle prend en compte l’incertitude
statistique b également prédite par le réseau en l’utilisant comme pondération. La
fonction de perte est ainsi définie par l’équation suivante :

LADEM =
|1− d̂

d
|

b
+ log b (5.7)

b permet au réseau de tenir compte de l’incertitude la tâche. Le bruit associé aux
entrées du ADEM peut varier d’un exemple à l’autre et le réseau peut alors donner une
pondération plus ou moins importante aux fonctions de pertes associées à ces entrées.

5.3 Résultats expérimentaux

La performance de PandaNet est évaluée sur trois ensembles de données : JTA
Fabbri et collab. [2018], MuPoTS-3D Mehta et collab. [2017] et KITTI Geiger
et collab. [2013].

Métriques d’évaluation : Afin d’évaluer les approches d’estimation de poses 3D
absolues multi-personnes, plusieurs métriques sont utilisées.

Les premières sont l’Erreur Moyenne Absolue (EMA) et le l’Erreur Moyenne Rela-
tive (EMR). Elles permettent d’évaluer de manière isolée l’erreur dans l’estimation de
la distance absolue. Formellment :

EMA(d, d̂) = |d̂− d| (5.8)

EMR(d, d̂) = |1− d̂

d
| (5.9)
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Afin d’évaluer la performance complète d’Absolute PandaNet en estimation de
poses 3D absolues, d’autres métriques sont également employées. Pour cela, la pré-
cision (PR@t), le rappel (RE@t) et le score F1@t, décrits dans la sous-section 2.5.2
sont employés.

La 3DPCKa est aussi utilisée pour l’ensemble de données MuPoTS-3D.
Procédure d’entrâınement : Absolute PandaNet est composé de deux réseaux

de neurones : PandaNet et l’ADEM. Pour les expériences sur MuPoTS-3D et KITTI, le
PandaNet entrâıné sur MuCo-3DHP et dont les résultats ont été présentés au chapitre
précédent a été utilisé. En particulier, aucun fine-tuning n’a été effectué sur l’ensemble
de données KITTI. En revanche, afin de permettre une comparaison équitable avec
LoCO, PandaNet a été réentrainé afin de permettre une inférence à pleine résolution
(1920*1080) comme le fait LoCO. A cause de limitations dues à la mémoire GPU dispo-
nible, il n’est pas possible d’entrâıner PandaNet directement dans une résolution aussi
grande. Afin de pallier cette limitation, des troncatures carrées ont été effectuées dans
les images. La zones tronquées ont été sélectionnées de telle sorte qu’elles occupent une
aire comprise entre 10% et 15% de l’image d’origine. Ces zones sont ensuite redimen-
sionnées à 512*512 pixels afin de servir à l’entrâınement. De cette manière, la résolution
d’observation des personnes est maintenue tout en permettant un légère augmentation
de données.

Une fois PandaNet entrâıné, il est alors possible d’obtenir les entrées nécessaires
à l’entrâınement du ADEM. Les images de MuCo-3DHP et de JTA sont données en
entrées à PandaNet. La résolution d’entrée des images est de 1920*1080 pixels pour
JTA est de 512*512 pixels pour l’ensemble de donnée MuCoHP. A cette étape, aucune
augmentation de données n’est effectuée sur les images afin d’obtenir les poses 3D
relatives et poses 2D prédites par PandaNet. Afin de relier les poses prédites aux poses
de vérité-terrain, l’algorithme hongrois est utilisé. Le ADEM est alors entrâıné avec un
pas d’apprentissage initial de 0.001 qui est multiplié par 0.9 toutes les deux epochs. La
taille du batch et le nombre de neurones par couche sont fixés respectivement à 256 et
1024. Le nombre de modules est égal 2 pour le modèle entrâıné sur MuCo-HP3D et à
4 pour celui entrâıné sur JTA.

5.3.1 Résultats sur l’ensemble de données JTA

Expériences préliminaires

Dans les Tableaux 5.1 et 5.2, trois variantes d’Absolute PandaNet sont comparées.
Dans la première variante (PandaNet +MG), l’estimation de la distance absolue se fait
en minimisant l’erreur de reprojection de l’équation 5.3 à partir des poses 2D et 3D
prédites par PandaNet. Dans la deuxième variante (PandaNet+ADEM(2D)), l’ADEM
est entrâıné à estimer des distances absolues uniquement à partir de poses 2D. Ce mo-
dèle est similaire à celui de Bertoni et collab. [2019]. Dans la troisième variante, le
ADEM est entrâıné à partir des poses 2D et 3D prédites par PandaNet. On remarque
que les deux dernières variantes ont de bien meilleures performances que la première.
En effet l’EMA est de 3.57m pour PandaNet +MG alors qu’elle est de 2.57 pour Pan-
daNet+ADEM(2D) et de 2.03m pour Absolute PandaNet. De meme, l’ERM est de
8.60% pour la méthode géométrique alors qu’elle est de seulement 7.55% pour Panda-
Net+ADEM(2D) et de 5.83 % pour Absolute PandaNet. Alors que PandaNet+MG et
Absolute PandaNet ont les mêmes entrées (poses 2D et 3D prédites par PandaNet),
Absolute PandaNet a une erreur relative moyenne inférieure de 2.77 % montrant la
pertinence de l’utilisation d’un réseau de neurones afin d’estimer une distance absolue.
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Distance à la caméra PandaNet +MG PandaNet+ADEM(2D) Absolute PandaNet
<10 0.40 0.45 0.33
Entre 10m et 20m 0.35 0.88 0.66
Entre 20m et 30m 1.34 1.62 1.29
Entre 30m et 40m 4.94 2.57 2.23
>40m 7.02 5.86 4.56
Tous 3.57 2.57 2.03

Tableau 5.1 – Erreurs Moyennes Absolues (en m) sur l’ensemble de données JTA.
Plusieurs variantes du ADEM sont ici évaluées. La première colonne correspond à un modèle
où une Méthode Géométrique(MG) a été employée. La distance absolue est estimée en op-
timisant la fonction de reprojection de l’équation 5.3 à partir des poses 2D et 3D prédites
par PandaNet. La seconde colonne correspond à un ADEM entrâıné uniquement à partir
des poses 2D de PandaNet. La troisième colonne correspond à Absolute PandaNet avec un
ADEM entrâıné à partir des poses 2D et 3D prédites par PandaNet.

Distance à la caméra PandaNet+MG PandaNet+ADEM(2D) Absolute PandaNet
<10 4.46 7.89 5.57
Entre 10m et 20m 2.33 5.79 4.36
Entre 20m et 30m 5.48 6.47 5.16
Entre 30m et 40m 14.94 7.40 6.41
>40m 12.10 10.02 7.96
Tous 8.60 7.55 5.83

Tableau 5.2 – Erreurs Moyennes Relatives (en %) sur l’ensemble de données
JTA. Plusieurs variantes de l’ADEM sont ici évaluées. La première colonne correspond à un
modèle où une Méthode Géométrique(MG) a été employée. La distance absolue est estimée en
optimisant la fonction de reprojection de l’équation 5.3 à partir des poses 2D et 3D prédites
par PandaNet. La seconde colonne correspond à un un ADEM entrâıné uniquement à partir
des poses 2D de PandaNet. La troisième colonne correspond à Absolute PandaNet avec un
ADEM entrâıné à partir des poses 2D et 3D prédites par PandaNet.
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Contrairement à la méthode géométrique, Absolute PandaNet tient compte des erreurs
et des incertitudes dans les prédictions de PandaNet afin d’estimer une distance ab-
solue. Absolute PandaNet est particulièrement efficace pour les personnes éloignées de
la caméra. La méthode géométrique nécessite des prédictions de poses précises afin de
permettre une bonne localisation 3D. Lorsque les personnes sont éloignées de la caméra,
les personnes sont plus petites et les prédictions sont plus incertaines et imprécises dé-
gradant fortement les performances de la méthode géométrique. Absolute PandaNet est
plus robsute à ces imprécisions et a une erreur relative bien plus basse que l’approche
géométrique pour les personnes éloignées de la caméra. En particulier, Absolute Pan-
daNet a une erreur relative de 6.41% pour les personnes situées entre 30 et 40m alors
que cette erreur est 14.49 % pour la méthode géométrique. Il est à noter que pour les
personnes proches de la caméra, la méthode géométrique a de meilleures performances
avec une EMA de 0.35m pour les personnes situées à une distance comprise entre 20
et 30m et une EMR de 4.46 % pour les personnes situées à distance inférieure à 10m
et une EMR et 2.33 % pour les personnes situées à une distance comprise entre 10
et 20m. Ceci peut s’expliquer par la grande précision de PandaNet pour les personnes
aussi proches de la caméra. La 3DPCKr est supérieure à 93.7 % pour ces distances à
la caméra ce qui permet une bonne minimisation de l’erreur de reprojection.

De plus, la comparaison entre PandaNet+ADEM(2D) et Absolute PandaNet montre
l’importance de l’utilisation des poses 3D dans l’entrâınement du ADEM. Grâce à cette
information supplémentaire, l’ADEM peut apprendre plus facilement l’estimation de
la distance absolue et ses performances sont améliorées. Absolute PandaNet surpasse
PandaNet+ADEM(2D) pour toutes les distances à la caméra. L’ecart d’EMR entre les
deux variantes est de 1.72 % et cet écart est très important pour les personnes éloignées
de la caméra (avec un différence d’EMR égale à 2.06 % pour les personnes situées à
une distance de la caméra supérieure à 40m).

5.4 Comparaison avec l’état de l’art

5.4.1 Résultats pour l’ensemble de données JTA

123



CHAPITRE 5. ABSOLUTE PANDANET : ESTIMATION DE POSES 3D
MULTI-PERSONNES ABSOLUES

Figure 5.3 – Poses 3D multi-personnes prédites par Absolute PandaNet sur des images issues
de l’ensemble de test de JTA.
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PR@t RE@t F1@t
Seuil t 0.4 0.8 1.2 0.4 0.8 1.2 0.4 0.8 1.2
LoCO (résultats dans Fabbri et collab. [2020]) 55.37 47.84 50.82 70.63 60.94 64.76 76.81 66.31 70.44
LoCO (réévaluation) 37.80 54.91 63.43 29.36 42.65 49.27 33.05 48.00 55.46
Absolute PandaNet 37.53 60.02 72.59 30.02 48.02 58.07 33.36 59.32 65.91

Tableau 5.3 – Résultats expérimentaux de LoCO Fabbri et collab. [2020] et Absolute PandaNet pour l’ensemble de données JTA.
La première ligne correspond aux résultats de LoCO obtenus par les auteurs dans Fabbri et collab. [2020]. La seconde ligne correspond aux résultats
que nous avons obtenus à partir du code fourni par les auteurs et notre code d’évaluation.
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Figure 5.4 – Perfomance de LoCO et d’Absolute PandaNet en fonction du facteur
de résolution. les courbes en trait plein représentent les scores obtenus par Absolute Pan-
daNet et celles en pointillés représentent celles de LoCO. Les courbes rouge, verte et bleue
désignent respetivement un des seuils t = 0.4, t = 0.8, t = 1.2.

Au moment de la rédaction de ce chapitre, la seule approche d’estimation de poses
3D absolues multi-personnes à s’évaluer sur JTA est LoCO Fabbri et collab. [2020]. Les
auteurs de cette méthode proposent de nouvelles métriques afin d’évaluer leur approche
et la comparer à d’autres baselines. Ils ont également mis le code source de leur méthode
en accès libre sur Github 1. Néanmoins, le code d’évaluation utilisé n’est pas mis en ligne
par les auteurs. Malgré tous nos efforts, nous n’avons pas été en mesure de reproduire
les résultats du papier avec le code mis à disposition par l’auteur. Ainsi, nous avons
évalué Absolute PandaNet et LoCO en utilisant notre propre code d’évaluation. Pour
cela, les mêmes articulations sont considérées et un algorithme hongrois est utilisé afin
d’associer les poses 3D absolues prédites et celles de vérité de terrain.

Le tableau 5.3 contient les résultats expérimentaux des deux méthodes. Lorsque les
deux méthodes sont évaluées avec notre code d’évaluation, les résultats expérimentaux
mettent en évidence de meilleures performances pour Absolute PandaNet sur toutes
les métriques et tous les seuils, à l’exception de PR@0.4. On peut noter des écarts très
significatifs pour les seuils de détection les plus élevés. Par exemple, la PR@1.2 est
supérieure de 9.16 %, la RE@1.2 est supérieure de 8.8 % et la F1@1.2 est supérieure
de 10.45 %.

En plus d’être capable d’estimer des poses 3D absolues de manière précise sur un
ensemble de données aussi complexe que JTA, PandaNet présente l’avantage d’être plus
générique et plus robuste aux changements de calibration que LoCO. Afin de mettre cela
en évidence expérimentalement, nous avons évalué les deux approches en multipliant la
taille des images par plusieurs facteurs de résolution αi ∈ [0.1, 0.2, . . . , 1]. Les courbes de
la Figure 5.4 montrent qu’Absolute PandaNet est bien moins sensible aux changements
de calibration que LoCO. Quelque soit la métrique considérée, les performances de
LoCO s’écroulent même après un léger changement de résolution. Absolute PandaNet
a une précision relativement stable, montrant qu’il ne génère pas plus de faux positifs
lorsque la résolution change. Pour le rappel, on observe une baisse de performances pour
les deux approches mais qui reste nettement moins prononcée pour Absolute PandaNet.
La diminution des performances d’Absolute PandaNet s’explique par la perte de niveau
de détails qui résulte de la réduction de la résolution.

Absolute PandaNet présente l’avantage supplémentaire d’être beaucoup plus ra-
pide que LoCO. Sur les images de résolution 1920*1080 pixels, Absolute PandaNet a
un temps d’inférence moyen de 0.373s sur un GPU Nvidia Titan X. Pour la même
résolution et sur le même GPU, LoCO a un temps d’inférence moyen de 2.82 secondes.

La Figure 5.3 montre des résultats qualitatifs pour l’ensemble de données JTA. Le
modèle prédit de mannière précise les poses 3D absolues d’un nombre important de

1. https ://github.com/fabbrimatteo/LoCO
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piétons situés à des distances très variées de la caméra.

5.4.2 Résultats pour l’ensemble de données MuPoTS-3D

Figure 5.5 – Poses 3D Absolutes multi-personnes prédites par Absolute PandaNet sur des
images issues de l’ensemble de données MuPoTS-3D.

Nous avons montré sur l’ensemble de données JTA les bonnes performances qu’ob-
tient Absolute PandaNet dans la prédiction de poses 3D de piétons dans des milieux
urbains virtuels. Dans cette sous-section, nous évaluons les performances d’Absolute
PandaNet sur l’ensemble de données MuPoTS-3D et la comparons avec l’approche de
Moon et collab. [2019]. Absolute PandaNet a une meilleure 3DPCKa sur la plus part
des séquences et la 3DPCKa moyenne est meilleure de 9 %.

La Figure 5.5 contient quelques résultats qualitatifs sur l’ensemble de données
MuPoTS-3D et la Figure 5.6 contient des prédictions sur l’ensemble de données COCO
Keypoints. Sur ces images, Absolute PandaNet montre une bonne capacité de généra-
lisation sur des images variées en conditions réelles.

Méthode S1 S2 S3 S4 S5 S6 S7 S8 S9 S10 S11 S12 S13 S14 S15 S16 S17 S18 S19 S20 Moyenne
Moon et collab. [2019] 59.5 44.7 51.4 46.0 52.2 27.4 23.7 26.4 39.1 23.6 18.3 14.9 38.2 26.5 36.8 23.4 14.4 19.7 18.8 25.1 31.5
Absolute PandaNet 72.5 55.8 63.6 67.1 75.0 0.0 33.9 51.3 40.9 27.5 3.8 10.1 36.0 30.5 44.8 32.5 27.8 43.9 68.1 68.8 40.5

Tableau 5.4 – 3DPCKa de RootNet+ PoseNet Moon et collab. [2019] et Absolute
PandaNet pour l’ensemble de données MuPoTS-3D.
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Figure 5.6 – Poses 3D Absolues multi-personnes prédites par Absolute PandaNet sur des
images issues de l’ensemble de données COCO keypoints.
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5.4.3 Résultats pour l’ensemble de données KITTI

Distance (en m) Monoloco Absolute PandaNet
<10m 0.78 0.70
entre 10 et 20m 1.27 1.05
Entre 20 et 30m 2.00 2.11
>30m 4.45 6.2
Moyenne 1.9 1.45

Tableau 5.5 – ERM de Monoloco Bertoni et collab. [2019] et Absolute PandaNet
pour l’ensemble de données KITTI

Afin de montrer qu’Absolute PandaNet a de bonnes performances dans des milieux
urbains réels, nous avons évalué l’approche sur l’ensemble de données KITTI. Cet en-
semble de données ne contient pas d’annotations de poses 3D relatives absolues. Il ne
contient que la position 3D de chaque personne. Nous avons donc utilisé le PandaNet
entrâıné sur COCO et MuCo-3DHP afin d’obtenir les entrées nécessaires à l’entrâı-
nement du ADEM. Aucune image de KITTI n’a été utilisée pour l’entrâınement de
PandaNet. Seul les distances absolues de l’ensemble de données KITTI ont été utilisées
afin d’entrâıner l’ADEM. Sur cet ensemble, nous comparons Absolute PandaNet avec
MonoLoco Bertoni et collab. [2019]. Les résultats du tableau 5.5 montrent qu’Ab-
solute PandaNet a de meilleures performances moyennes que Monoloco en particulier
pour les personnes proches de la caméra. Les performances d’Absolute PandaNet pour-
raient être améliorées en réentrainant PandaNet sur des images de petite résolution
afin qu’il soit à même de mieux estimer les poses de personnes à petite résolution que
contient KITTI.

5.5 Conclusion

Absolute PandaNet est une nouvelle approche d’estimation de poses 3D absolues
humaines combinant PandaNet et un Module d’Estimation de Distances Absolues
(ADEM), un réseau complètement connecté inspiré de Bertoni et collab. [2019]; Mar-
tinez et collab. [2017]. L’ADEM tire ainsi avantage de PandaNet et de sa capacité à
prédire des poses 2D et 3D à des résolutions variées et dans différents milieux. Le
ADEM étant un réseau très léger, il n’augmente que marginalement le temps d’exécu-
tion de PandaNet tout en lui ajoutant la capacité essentielle d’estimer des poses 3D
absolues.

Les expériences réalisées valident l’approche proposée et montrent la pertinence
de l’utilisation du ADEM plutôt qu’une prédiciton directe d’une distance absolue à
partir de l’image ou que la minimisation d’une fonction de reprojection. Les résultats
expérimentaux montrent qu’Absolute PandaNet surpasse les précédentes approches de
l’état de l’art tout en ayant un temps d’exécution inférieur.
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Conclusion et Perspectives

Dans cette thèse, nous nous sommes intéressés à l’estimation de poses 3D multi-
personnes à l’aide de réseaux de neurones profonds. Alors que la littérature en estima-
tion de poses humaines s’intéresse principalement à l’estimation de poses 3D relatives
d’un nombre réduit de personnes, les travaux réalisés durant cette thèse ont abouti à un
modèle complet d’estimation de poses 3D absolues multi-personnes avec des personnes
se situant à des distances très variables de la caméra et pouvant occuper de très petites
portions de l’image.

Nous avons présenté, dans le Chapitre 3, une nouvelle méthode single-shot pour
l’estimation de poses 3D multi-personnes en environnements réel et virtuel. Le modèle
proposé prédit les coordonnées 2D et 3D à l’aide de cartes de chaleur et d’ORPM pour
leur robustesse aux troncatures et aux occultations. La méthode des associative embed-
dings permet de résoudre le problème complexe d’associations des articulations en des
squelettes humains complets. Un seul modèle, avec une architecture empilée et itérative,
est entrâıné à prédire des poses 2D et 3D tirant ainsi avantage de la complémentarité
des deux tâches. Les tests réalisés montrent la capacité du modèle à traiter efficacement
des scènes contenant plusieurs personnes en interaction, aussi bien en environnement
contraint qu’en extérieur. Les expériences menées sur des scènes urbaines complexes
montrent que le modèle est précis pour des personnes proches de la caméra mais que les
performances restent limitées dans des situations plus complexes contenant des foules
denses ou des personnes à faible résolution. Deux points peuvent expliquer ces limi-
tations. Le premier est lié à l’utilisation de cartes de chaleur. Bien qu’efficaces pour
localiser en 2D les articulations des personnes proches de la caméra, elles deviennent
inopérantes lorsque les personnes occupent une toute petite portion de l’image. Le se-
cond concerne le manque de robustesse aux changements d’échelles de personnes. Dans
des scènes urbaines complexes, les personnes ont des tailles très variées dans l’image et
le modèle a du mal à apprendre une telle variété d’échelles. Ces travaux ont fait l’objet
de deux publications Benzine et collab. [2019, 2020b]

Afin de répondre à ces limitations, nous avons développé PandaNet, une nouvelle
approche reposant sur une formulation par ancres de l’estimation de poses 3D multi-
personnes. Cette nouvelle formulation permet de traiter des scènes avec un nombre
important de personnes, de grandes variations d’échelles et des chevauchements entre
personnes. Le modèle, multi-tâches et de type single-shot, prédit à la fois des boites en-
globantes mais également les poses 2D et 3D correspondantes. Une stratégie de sélection
d’ancres reposant sur les poses 2D prédites a été introduite afin de filtrer les ancres am-
biguës lors de chevauchements entre personnes. De plus, une pondération automatique
de fonctions de perte a également été proposée. Elle permet d’équilibrer les fonctions
de perte associées à chaque tâche, les déséquilibres entre les tailles des personnes dans
les images et les incertitudes liées aux prédictions des coordonnées des articulations.
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La formulation proposée, l’importance de la stratégie de sélection d’ancres et de la
pondération automatique de fonctions de pertes ont été validées expérimentalement.
De plus, la comparaison avec l’état de l’art montre que PandaNet a des performances
supérieure à toutes les précédentes approches single-shot. Ces travaux ont fait l’objet
d’une publication Benzine et collab. [2020a]

Afin d’être un estimateur complet de poses 3D multi-personnes, il manque à Pan-
daNet une capacité clé : l’estimation de poses 3D absolues. Afin de pallier ce manque,
nous avons proposé Absolute PandaNet. Cette nouvelle approche combine PandaNet
et le Module d’Estimation de Distances Absolues, Absolute Distances Estimation Mo-
dule (ADEM) . Ce réseau complètement connecté prend en entrée les prédictions de
PandaNet afin de prédire des distances absolues. Étant un réseau très léger, il n’aug-
mente que marginalement le temps d’exécution de PandaNet tout en lui ajoutant la
capacité essentielle d’estimer des poses 3D absolues. Les résultats expérimentaux ob-
tenus montrent qu’Absolute PandaNet surpasse les précédentes approches de l’état de
l’art tout en ayant un temps d’exécution inférieur. L’approche est, de plus, générique
et déployable dans différents milieux applicatifs et sur différentes caméras.

Perspectives

Plusieurs perspectives peuvent se sont dégagées des travaux réalisés durant cette
thèse.

5.5.1 Exploitation d’indices visuels pour l’estimation de poses
3D absolues

Nous avons montré dans le Chapitre 6 que la prédiction de poses 3D absolues direc-
tement à partir de l’image provoquait un sur-apprentissage de la calibration intrinsèque
de l’ensemble d’apprentissage et une mauvaise généralisation en cas de changement de
celle-ci. Le choix a été fait dans Absolute PandaNet de découpler l’ADEM de l’image.
L’ADEM ne prend en entrée que des poses 2D et 3D normalisées et n’a accès à aucune
caractéristique de l’image. Nous pensons cependant que ce choix est sous-optimal. Uti-
liser des caractéristiques de l’image et de l’information de contexte est important afin
d’effectuer une bonne localisation 3D. Une solution alternative pourrait être de prédire
des relations d’ordre entre les profondeurs des personnes dans l’image. Ces relations
d’ordre, contrairement à la profondeur absolue des personnes, peuvent-être estimées
directement à partir des images sans sur-apprentissage de la calibration intrinsèque.
Elles permettraient alors de lever certaines ambigüıtés que le MEDA ne peut lever à
lui seul.

Estimation temporelle de poses 3D multi-personnes

Les travaux réalisés durant cette thèse se sont focalisés sur l’estimation de poses 3D
relatives et absolues multi-personnes à partir d’une unique image RGB. Néanmoins, de
nombreuses applications, comme la reconnaissance d’activités ou la vidéo-surveillance,
nécessiteraient de pouvoir suivre dans le temps les poses 3D prédites. En l’état actuel,
Absolute PandaNet prédit des poses 3D absolues indépendemment pour chaque image.
Si la même personne est présente dans deux images successives, Absolue PandaNet
est incapable d’associer leurs poses 3D et de dire qu’elles appartiennent à la même
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personne. Absolute PandaNet doit ainsi être complété par une fonctionnalité de suivi
de personnes d’une image à l’autre. La prise en compter de la dimension temporelle
permettrait également de rendre plus robuste l’estimation de poses 3D en apportant
des contraintes supplémentaires de cohérence temporelle.

Utilisation d’ensembles de données synthétiques

Dans ce manuscrit, nous avons mené plusieurs expérimentations sur l’ensemble de
données synthétique JTA pour montrer les performances des modèles proposés sur
des scènes urbaines complexes. Bien qu’Absolute PandaNet a des performances remar-
quables sur cet ensemble de données, il est loin d’être déployable en l’état sur des scènes
complexes réelles. En effet, aucun ensemble de données réel ayant la complexité de JTA
n’existe afin de nous permettre d’évaluer les performances réelles d’Absolute PandaNet
sur des scènes urbaines réelles. De plus, l’entrâınement de modèles d’apprentissage pro-
fond sur des ensembles de données synthétiques qui généralisent ensuite à des images
réelles est un problème loin d’être résolu dans l’état de l’art. Pourtant, développer des
modèles d’estimation de poses 3D qui généralisent du virtuel vers le réel permettrait
de grands progrès. Le manque d’ensemble de données 3D ne serait plus un problème
puisqu’on pourrait en générer autant que nécessaire de manière synthétique. Cela per-
mettrait d’appliquer l’estimation de poses 3D non seulement à de nouveaux domaines
(scènes de vidéo-surveillance, scènes urbaines, véhicules autonomes) mais également
permettre la prédiction de poses 3D plus rares (comme celles de gymnastes ou d’ath-
lètes qui sont quasiment inexistantes dans les ensembles de données 3D actuels).
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