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1.3.1 Les approches analytiques . . . . . . . . . . . . . . . . . . . . . . . 12

1.3.2 Les approches expérimentales . . . . . . . . . . . . . . . . . . . . . 13

1.3.3 Les approches heuristiques . . . . . . . . . . . . . . . . . . . . . . . 14
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2.2 Rappel sur les réseaux de neurones artificiels . . . . . . . . . . . . . . . . . 20
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3.2.3.2 Contraintes sur les incréments de commande . . . . . . . . 55

3.2.3.3 Contraintes sur les sorties . . . . . . . . . . . . . . . . . . 56

3.2.3.4 Formulation des contraintes . . . . . . . . . . . . . . . . . 57
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4.8 Organigramme proposé pour la robustification de la MPC . . . . . . . . . 89

4.9 Réponses indicielles du système avec GPC primaire . . . . . . . . . . . . . 91

4.10 Marges de robustesse Br pour les différentes méthodes. . . . . . . . . . . . 92
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5.10 Évolution des sorties d’attitudes et d’altitude en fonction du temps . . . . 118
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SVD Décomposition en valeurs singulières (Decomposition of Singular Values)
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Introduction générale

Depuis plusieurs décennies, la commande automatique s’est imposée dans l’industrie.

L’objectif derrière est de respecter le cahier des charges, d’augmenter la productivité, de

réduire au mieux le temps de conception et d’améliorer les performances.

Toutefois, le choix d’une commande s’avère de plus en plus compliqué au regard du nombre

important de contrôleurs développés et des différents outils qui facilitent leurs utilisations.

Ce choix dépend forcement de la complexité du système à contrôler, des informations

disponibles sur le procédé et des différentes perturbations et variations paramétrique

affectant le système au cours du temps.

La synthèse d’une commande intelligente ou dite auto-adaptative permet de prendre en

compte ces différentes contraintes et également d’élargir le champs d’application à des

systèmes plus complexes. En effet, une commande est dite adaptative si ses paramètres

sont mis à jour de façon automatique afin de prendre en compte les différentes variations

du système en cours d’utilisation.

Dans le cadre de nos travaux de recherche, nous nous intéresserons particulièrement à la

synthèse d’une loi de commande prédictive à base d’état MPC (Model Predictive Control).

La MPC, comme son nom l’indique s’appuie sur une prédiction du comportement futur

du système.

L’une des formes classiques de la MPC considère trois paramètres à régler et qui

influencent significativement le comportement des systèmes en boucle fermée. Ces

paramètres sont : l’horizon de commande, l’horizon de prédiction et le facteur de

pondération. Il est important de rappeler que les valeurs attribuées à ces trois paramètres

doivent être méticuleusement choisies pour obtenir les meilleures performances possibles

en termes de stabilité, rapidité et précision.

Selon la littérature, trois grandes catégories de méthodes de réglage de la MPC peuvent

être identifiées :

— la catégorie des approches dites ”expérimentales”,

— la catégorie des approches dites ” heuristiques”,

— la catégorie des approches dites ” analytiques”

Chacune de ces approches présentant des avantages et des inconvénients qui seront
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Introduction générale

évoqués ultérieurement.

Notre contribution dans ce travail de recherche est de palier ces problèmes en proposant

une approche de réglage de la MPC basée sur un Réseau de Neurones Artificiels RNA,

afin qu’elle soit applicable à n’importe quelle classe de système SISO (Single Input-Single

Output) où MIMO (Multi Input-Multi Output), avec ou sans contraintes en présence où

non de perturbations.

L’approche de réglage proposée est complètement originale et aucune publication

scientifique ne traite la problématique de réglage de la MPC en utilisant les RNA.

Certes, il existe dans la littérature des approches qui lient la MPC et les RNA mais pas

pour le réglage paramétrique. La majorité de ces approches utilisent les RNA pour la

modélisation des systèmes qui sont par la suite contrôlés par la MPC.

C’est la raison pour laquelle, au travers le présent mémoire, nous présenterons une

approche de réglage originale basée sur la théorie des RNA. Nous montrerons que cette

approche est applicable à n’importe quelle classe des systèmes SISO (Single Input-Single

Output) et MIMO (Multi Input-Multi Output), avec ou sans contraintes et en présence

ou non de perturbations.

Classiquement, le recours aux RNA nécessite de se pencher sur une double problématique :

la construction d’une base de données et le choix d’un algorithme d’apprentissage, c’est

pourquoi seront justifiés le choix de l’optimisation par essaim de particules PSO ( Paticle

Swarm Optimisation) pour le premier et de l’algorithme OS-ELM (Online Sequential-

Extrem Learning Machine) pour le second.

Les performances obtenues par l’approche neuronale seront comparées avec plusieurs

méthodes de réglage afin de prouver sa pertinence.

Les résultats obtenus à l’issue de ces trois années de thèse seront présentés dans ce mémoire

qui est composé de cinq chapitres :

— Chapitre 1 : État de l’art sur la commande prédictive

Dans ce premier chapitre, un aperçu général sur la commande prédictive, son

historique et ses différents domaines d’application seront présentés. Nous dresserons

ensuite un état de l’art détaillé sur les différentes approches de réglage de la

commande prédictive en montrant à chaque fois les avantages et les limites de

chaque stratégie de réglage et finalement montrer l’intérêt de l’approche proposée.

— Chapitre 2 : Apprentissage et dimensionnement des réseaux de neurones

artificiels

Le deuxième chapitre sera consacré à l’outil principal dans l’approche proposée :

les RNA.

Dans un premier temps, un rappel synthétique sur les RNA sera effectué en
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présentant leurs principes de fonctionnement et un historique de leurs utilisations.

Dans un deuxième temps, un état de l’art sur les méthodes d’apprentissage et

de dimensionnement sera effectué. Finalement, dans un troisième temps nous

proposerons une approche qui permet à la fois d’établir la structure optimale et

de faire l’apprentissage en lignes du RNA. La pertinence de cette approche sera

ensuite prouvée au travers plusieurs applications.

— Chapitre 3 : Proposition d’une approche de réglage de la MPC basée

sur des RNA

Le troisième chapitre constitue le coeur de notre travail car c’est dans celui-

ci que sera présentée l’approche de réglage proposée. Dans un premier temps,

la loi de commande prédictive à base d’état sera formulée. Dans un deuxième

temps, nous présenterons la stratégie de réglage proposée basée sur un RNA en

définissant les entrées et les sorties de ce dernier. Nous présenterons également les

différents critères de performances qui seront considérés pour effectuer une étude

comparative.

Ce chapitre sera ensuite clôturé par l’application de l’approche sur différents

systèmes (SISO, MIMO avec et sans retard).

— Chapitre 4 : Robustesse en performances de la commande prédictive

Ce quatrième chapitre sera dédié à l’étude de la robustesse en performances

de la commande prédictive. Dans un premier temps un état de l’art sur les

différentes approches de robustification de la MPC sera présenté. Ensuite, dans un

deuxième temps l’influence du réglage paramétrique de la MPC sur la robustesse

en performances sera mis en avant. Une application de la MPC réglée par RNA

sur des systèmes SISO sera présentée afin de montrer l’influence de cet outil sur la

robustification.

— Chapitre 5 : Application de la MPC réglée par RNA sur un drone QTW

Dans ce dernier chapitre, l’objectif est d’étendre l’approche proposée afin qu’elle

soit applicable sur les systèmes MIMO non linéaires.

L’approche par RNA sera donc appliquée sur un système de drone convertible

QTW. Dans un premier temps, nous présenterons ce type de drone, leur modes de

vol et leur modélisation dynamique. Dans un deuxième temps, nous établirons le

modèle ”Takagi-Suggeno” de ce modèle dynamique. Dans un troisième et dernier

temps, une application de la MPC réglée par l’utilisation d’un RNA sur un drone

QTW sera présentée et comparée avec une autre approche de la littérature.
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1.2.4 Choix des paramètres de réglage de la MPC . . . . . . . . . . . 9
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Chapitre 1. État de l’art sur la commande prédictive

1.1 Introduction

L’objectif principal derrière le développement des lois de commande est d’améliorer

significativement le comportement des systèmes industriels en garantissant la fiabilité et

en satisfaisant les objectifs définis par un cahier de charge donné.

La commande prédictive est l’une des techniques les plus utilisées dans l’industrie car

elle s’appuie sur la prédiction du comportement futur en ayant suffisamment de données

sur le modèle du système à contrôler. D’où son appellation en anglais Model Predictive

Control (MPC).

La MPC appartient à un domaine varié qui englobe plusieurs types de commande, telle

que la commande optimale, la commande multivariable, et les commandes avec ou sans

contraintes. Le choix de la commande prédictive repose essentiellement sur des avantages

majeurs qui la différencient des autres commandes :

— elle peut être employée pour contrôler une grande variété de processus, du système

relativement simple aux systèmes multivariables non linéaires.

— elle permet l’optimisation des signaux de commande de façon à prendre en compte

les contraintes.

— elle assure le rejet de perturbations et la prise en compte des variations

paramétriques affectant le système.

— elle possède la capacité de la compensation du retard

Ce premier chapitre porte sur la présentation de la commande prédictive. Nous

commencerons par donner un aperçu général de l’historique de la MPC et de ses domaines

d’application.

Ensuite, nous détaillerons les approches de réglage de la commande prédictive en

présentant les avantages et les inconvénients de chaque type d’approche afin de montrer

l’intérêt de la méthode de réglage que nous proposerons ensuite.

1.2 Notions de base sur la commande prédictive

Depuis les années 70, les industriels manifestent de l’intérêt pour la MPC [41], [133],

[6], [134] et [137].

1.2.1 Historique

Depuis 1978, les premières applications de la commande prédictive ont été proposées

et synthétisées pour le contrôle des systèmes multivariables.

(Richalet et al.) ont conçu une approche heuristique de la commande prédictive basée sur

le modèle en anglais ”Model Predictive Heuristic Control” (MPHC) connu par la suite
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sous le nom ”Model Algorithm Control” (MAC). Cette approche consistait à imposer des

trajectoires de référence à suivre pour les sorties tout en minimisant la variance de l’erreur

[136].

Ensuite dans les années 80, (Culter et al.) ont réalisé une commande prédictive dite

”Dynamic” car basée sur la modélisation dynamique du processus ”Dynamic Matrix

Control” (DMC). Le signal de commande de ce contrôleur est calculé par la méthode des

moindres carrés, dans l’objectif de minimiser l’erreur de poursuite sans prise en compte des

contraintes [46]. L’optimisation est répétée à chaque période d’échantillonage en utilisant

les données mesurées et fournies par le système. Le but était d’appliquer cet algorithme sur

des systèmes linéaires multivariables, en évaluant les réponses indicielle et impulsionnelle

du procédé afin d’estimer l’action de la commande sur la sortie.

Ces succès ont poussé des chercheurs à s’intéresser à la commande prédictive adaptative :

(Keyser et al,) ont proposé une approche dite adaptative sous le nom ”Extended Prediction

Self Adaptative Control” (EPSAC). Dans cet algorithme, ils ont introduit un signal de

commande constant qui est appliqué au système non linéaire tout au long de l’horizon

de prédiction et ainsi qu’un prédicteur sous-optimal pour la minimisation d’une fonction

coût [48] .

Toujours sur la commande adaptative, (Ydstie et al,) ont proposé une stratégie pour les

systèmes monovariables sous le nom de commande prédictive à horizon étendu ”Extended

Horizon Adaptive Control” (EHAC) [175]. Cette approche repose sur l’utilisation des

modèles Entrées/Sorties pour calculer, à chaque itération la séquence de commande

optimale pour maintenir une erreur nulle au-delà du retard pur du système.

En 1987, (Clarke et al,) ont présenté une commande prédictive généralisée ”Generalized

Predictive Control” (GPC) basée sur un modèle CARIMA en introduisant l’horizon de

prédiction sur le signal de commande [42]. Ce signal est ensuite appliqué aux systèmes

à nom minimum de phase avec retard et instables en boucle ouverte, en agissant

conformément au principe de l’horizon fuyant pour une utilisation simple sur des systèmes

”Single-Input Single-Output” (SISO) industriels.

La facilité d’implémentation de la commande prédictive a permis son application à

plusieurs secteurs industriels tels que :la chimie, l’aérospatiale et l’industrie du papier

[65] et [134].

Pour une application simple sur les systèmes SISO industriels, (Stoica et al,) ont proposé

un algorithme ”Predictive Functional Control” (PFC) qui permet de régler les paramètres

de la commande prédictive en agissant sur les performances considérées dans l’algorithme

[153].

Ensuite, la commande prédictive à base de modèle (Model Predictive Control) utilisant

la représentation d’état a été proposée par (Morari et al,) afin de faciliter l’analyse de
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la stabilité, la rapidité et la robustesse [122]. Cette dernière représentation a favorisé le

développement de la théorie de la MPC en présence de perturbations et de bruits de

mesures.

La plupart des approche citées ci-dessus font appel à la commande prédictive pour le

contrôle des systèmes linéaires. C’est pour cela que par la suite plusieurs chercheurs ont

orienté leurs travaux sur les systèmes non linéaires. Nous citons quelques travaux sur les

systèmes non linéaires.

(Chen et al,) ont traité des problèmes d’instabilité liés aux systèmes non linéaires au

moyen de la commande prédictive avec une formulation sous contraintes [40].

La mise en oeuvre de la MPC non linéaire a été ensuite présentée dans plusieurs travaux

[113], [71], [7] et [35].

Le rappel que nous avons effectué a permis d’avoir une idée sur l’évolution de la commande

prédictive dans un ordre chronologique, de la commande classique au développement des

commandes non linéaire sous contraintes et qui permettent le rejet des perturbations.

1.2.2 Domaines d’application

Dès les années 70, l’utilisation de la commande prédictive s’est répondue dans

différents domaines d’activités industrielles, aussi bien pour les performances qu’elle

permet d’atteindre que pour sa facilité de mise en oeuvre. Son champ d’application s’étend

désormais à tous les domaines industriels. Dans un premier temps, ce sont les industriels

de la pétrochimie et la métallurgie [136] qui ont manifesté de l’intérêt pour la commande

prédictive. Ensuite, elle a été utilisée avec succès dans différentes applications et pour

plusieurs champs d’activités. En 2003, la commande prédictive faisait déjà l’objet de

4000 applications [134]. Les Tableaux 1.1 et 1.2 représentent les bilans des applications

industrielles de la commande prédictive entre 1978 et 2003.

La prise en compte des contraintes et le rejet de perturbations ont ainsi mis en évidence

son aptitude à être utilisée dans des domaines variés sur des systèmes multivariables,

notamment dans le domaine de l’automobile, dans le contrôle de la transmission, dans

la régulation des émissions d’un moteur Diesel [2], [23], ou encore dans le contrôle de la

direction d’un véhicule autonome [60]. Le domaine médical a aussi éprouvé de l’intérêt

pour la commande prédictive. Dans [170] par exemple, cette loi de commande a été

employée afin de contrôler les doses d’insuline à injecter à un patient diabétique.

Son aptitude à être appliquée aux systèmes avec un grand nombre de variables la rend

intéressante dans le domaine de la robotique surtout face à des systèmes complexes. Nous

citons à titre d’exemple l’utilisation de la commande prédictive dans le contrôle d’un robot

humanöıde [50]et du robot HRP-2 [100]. Dans le domaine aérospatial, la MPC a été aussi

7
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Figure 1.1 – Bilan des applications de la commande prédictive linéaire jusqu’en 1998 [36]

Figure 1.2 – Bilan des applications de la commande prédictive non linéaire entre 1998 et
2003 [36]

appliquée aux vannes électromécaniques [20], aux engins spatiaux [92], [131], [95] et [72] et

aux satellites [131], sans oublier son intégration dans le contrôle des systèmes énergétiques

comme des centrales hydro-électriques [51], des éoliennes [120], des échangeurs thermiques

[177], des réseaux de distribution d’eau [150] et des centrales de traitement des eaux [76].

Par la suite, nous présenterons en détails le principe de fonctionnement de la commande

prédictive et nous aborderons ainsi la problématique du réglage paramétrique de la MPC.

1.2.3 Principe de fonctionnement de la MPC

Le principe de la commande prédictive est de s’appuyer sur la prédiction des états

futurs d’un système pour optimiser le signal de commande à appliquer à l’instant présent

sur la base de la minimisation d’une fonction coût généralement notée J

A chaque instant, la minimisation de la fonction coût permet d’obtenir sur un horizon de

prédiction une séquence de commande optimale. La MPC fait aussi appel au principe de
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l’horizon fuyant qui permet, à son tour, d’extraire le premier élément de cette séquence

de commande et de l’appliquer précisément au système à contrôler. Les autres éléments

du signal de commande peuvent être négligés car à la période d’échantillonage qui suit,

les séquences est décalée.

L’objectif est de pouvoir maintenir un écart minimal entre la sortie du système et la

référence, pour mettre en évidence le caractère anticipatif de la MPC. La Figure 1.3

illustre le principe de fonctionnement de la commande prédictive :

Figure 1.3 – Principe de la commande prédictive [36]

Le calcul de la séquence de commande optimale u à appliquer au système se fait à

chaque instant tk jusqu’à l’instant tk+Nc où Nc est l’horizon de commande de la MPC.

Pour cela, il se base sur un modèle du système à contrôler permettant de prédire la sortie

y jusqu’à l’instant tk+Np et sur une trajectoire de référence à poursuivre (r présentée en

rouge dans la Figure 1.3).

1.2.4 Choix des paramètres de réglage de la MPC

Selon la littérature, la synthèse d’une loi de commande prédictive requiert

communément la détermination de trois paramètres qui sont :

1. L’horizon de commande Nc.

2. L’horizon de prédiction Np.

3. Le facteur de pondération λ.

Ces paramètres influencent d’une manière significative le comportement du système à

commander en termes de stabilité, rapidité et précision. Leur choix doit être fait avec
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grande attention. Le réglage de ces paramètres dépend de plusieurs élements tels que :

la période d’échantillonnage, la dynamique du système, le retard, etc. selon la littérature,

plusieurs travaux ont été menés sur la problématique du réglage de ces paramètres.

1. Choix de l’horizon de commande Le choix de Nc égal à l’unité est reconnu

comme étant suffisant dans la plupart des cas [24]. Cependant, une valeur plus

élevée permet d’atteindre des objectifs plus complexes lorsque les systèmes à

contrôler présentent un nombre élevé de degrés de liberté [42]. Or, plus la valeur de

l’horizon de commande est élevée, plus le temps du calcul du signal de commande

est important. Cela s’explique par le fait que Nc fixe la dimension des matrices à

inverser dans le calcul de la séquence de commande optimale. Un compromis doit

être alors trouvé [125].

La Figure 1.4 montre l’influence de l’horizon de commande pour un horizon de

prédiction constant et un facteur de pondération également constant :

Figure 1.4 – Influence de l’horizon de commande [36]

2. Choix de l’horizon de prédiction Comme mentionné précédemment, la

commande prédictive fait appel au principe de l’horizon fuyant. À chaque itération,

l’horizon de prédiction Np permet d’avoir la visibilité sur les futurs états du système

jusqu’à un temps fini, ce qui donne à l’algorithme de résolution une meilleure qualité

des informations relatives à la dynamique d’évolution du système. Cependant, plus

Np est grand, plus la qualité de la prédiction est faible. En effet, des erreurs peuvent

apparâıtre au cours du temps entre le modèle de prédiction et le système réel. Dans

la littérature, il n’existe pas de méthodes génériques permettant de déterminer

la valeur de l’horizon de prédiction de manière optimale. Mais, un compromis

peut toutefois être trouvé entre une valeur minimale, qui offre peu d’informations

sur l’évolution du système mais assurant une meilleure qualité de prédiction, et
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une valeur maximale, qui fournit une plus large quantité d’informations mais des

incertitudes plus importantes par rapport à l’état futur réel du système [125] et

[36]. La Figure 2.2 montre l’influence de l’horizon de prédiction pour un horizon

de commande constant et un facteur de pondération également constant :

Figure 1.5 – Influence de l’horizon de prédiction [36]

3. Choix du facteur de pondération Tout comme son nom l’indique, le facteur

de pondération λ joue un rôle primordial de dosage. Il permet, dans la fonction

coût d’équilibrer ou pas l’erreur de poursuite et l’impact de la commande. Une

augmentation excessive de λ implique une demande exigeante de la commande, et

par conséquent, la dynamique du système est ralentie. Par contre, une diminution

de λ entrâıne une commande énergique qui rend la réponse du système de plus

en plus rapide. Il faut noter que le réglage de ce paramètre est assez délicat. En

effet, tout comme l’horizon de commande, il influence sur la stabilité du système

en boucle fermée [125] et [24].

Après avoir expliqué le rôle principal que joue le choix des paramètres de réglages

dans la synthèse la MPC, nous allons mener un état de l’art sur les approches les

plus significatives abordant la problématique du réglage des paramètres la commande

prédictive.

1.3 État de l’art sur les approches de réglage de la

commande prédictive

Le réglage des paramètres d’un contrôleur prédictif constitue l’élément central pour

répondre aux exigences croissantes en terme de performances (stabilité, rapidité et

11
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précision) des systèmes industriels complexes. Ce besoin croissant de garantir la robustesse

en performances des procédés industriels a conduit des chercheurs à développer plusieurs

approches d’ajustement des paramètres de la MPC [135], [46], [42], [103], [112], [148],

[133], [151], [174], [67] et [73].

Dans la littérature, on a pu distinguer trois grandes catégories d’approches de réglage de

la MPC :

1. Les approches analytiques,

2. Les approches expérimentales,

3. Les approches heuristiques.

Le paragraphe qui suit présente un état de l’art détaillé sur les différents types

d’approches.

1.3.1 Les approches analytiques

La première catégorie d’approches regroupe les méthodes d’ajustement des paramètres

de la MPC à caractère analytique (plus ou moins numériques). Ces méthodes présentent

l’avantage de fournir les valeurs optimales des paramètres de réglage de la MPC pour

des systèmes multivariables. Par contre, elles demandent un temps de calcul élevé, et ne

permettent pas de traiter la problématique de l’adaptabilité.

Les travaux publiés par (Shridhar et al,) visent à optimiser les paramètres de la DMC

selon une approche analytique exacte dédiée aux systèmes SISO et MIMO s’écrivant sous

la forme d’un FOPDT. Leur méthode garantit la stabilité du procédé en boucle ouverte

en absence de contraintes [148], [151] et [147].

(Gholaminejad et al.) et (Bagueri et al.) ont proposé une méthode qui permet de présenter

tout type de processus physique par un modèle FOPDT (ce qui est parfois inadéquat).

Ils mettent à jour les paramètres de la MPC en s’appuyant sur la méthode des moindres

carrés récursifs (Recursive Least Square ou RLS). Dans le cas où le gain obtenu par

le RLS n’est pas réalisable, la résolution des Inégalités Linéaires Matricielles (Linear

Matrix(ces) Inequality(ies) ou LMI) est faite pour générer le gain désiré pour des systèmes

monovariables [70] et [18].

Les travaux publiés par (Turki et al,) permettent de calculer les paramètres optimaux

de la MPC applicables aux systèmes SISO, MIMO avec et sans contraintes [165]. Cette

approche se base sur plusieurs hypothèses d’optimisation [167] ce qui constitue une

problématique pour son application en temps réel.

En synthèse sur les méthodes de réglage analytique, ces dernières ont l’avantage de

fournir les valeurs optimales des paramètres. Seuls quelques articles ont été publiés en

raison de la complexité du problème. La plupart des modèles fournis se base sur des
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hypothèses. Cette approximation dans la modélisation des systèmes physiques peut être

restrictive dans le cas de certains systèmes industriels.

1.3.2 Les approches expérimentales

La deuxième catégorie d’approches regroupe les approches expérimentales, appelées

aussi ”empiriques”, où les paramètres de la MPC sont déterminés en fonction du retour

d’expérience du concepteur du système [33].

Ces approches font parties des approches les plus simples et intuitives pour

l’ajustement des paramètres de réglage considérés (Nc, Np, λ) mais elles nécessitent comme

leur nom l’indique l’accès à un banc expérimental.

(Bursali et al.) ont proposé une approche qui permet la détermination de la valeur du

facteur de pondération optimal [34]. Cette approche nécessite un nombre d’expériences

important avec la présence d’un superviseur qui doit acquérir une bonne connaissance du

système étudié. La méthode proposée est basée sur la conception expérimentale statistique

et l’optimisation Box-Wilson. Le facteur de pondération et le temps d’échantillonnage sont

réglés de façon à obtenir les meilleures performances de contrôle. Cette approche a été

ensuite exploitée par (Bursali et al.) qui l’a appliquée pour le contrôle d’un bioréacteur

par lots [34] .

(Chang et al.) ont proposé une approche de réglage expérimentale de la MPC appliquée

à des convertisseurs numériques de puissances [38]. La variation d’inductance et la dérivé

de la tension d’entrée constituent la problématique principale qui a poussé l’auteur à

proposer ce type d’approche basée sur les courants échantillonnés entre deux sorties de

modulation de largeur d’impulsion. Cette problématique peut être résolue par la technique

d’adaptation paramétriques en ligne qu’ils ont proposée.

(Valencia et al,) ont proposé une nouvelle approche de réglage des paramètres de

la MPC [169]. L’originalité de cette approche réside dans la modélisation du système à

contrôler. Cette dernière repose sur des informations du système relativement brutes. Des

tests expérimentaux en laboratoire ont été réalisés pour deux applications afin de prouver

l’efficacité de la solution qui combine les algorithmes et le matériel utilisé.

Par ailleurs, (Shadmand et al) ont proposé dans la même catégorie d’approches une

technique de compensation de puissance réactive [143]. Ici, le réglage porte uniquement sur

le facteur de pondération qui est obtenu grâce à l’erreur absolue de l’objectif d’optimisation

et aux contraintes correspondantes.

En conclusion, les approches à base de données expérimentales pour le réglage de la

MPC sont celles les plus utilisées dans l’industrie pour la détermination de la combinaison

des trois paramètres qui assure la fiabilité et l’obtention des performances souhaitées.

Cependant, il s’agit d’approches de réglage approximatif.
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1.3.3 Les approches heuristiques

La troisième catégorie d’approches regroupe les méthodes ”heuristiques”. Ces

approches visent à trouver une approximation des valeurs des paramètres de la MPC

pour atteindre les objectifs fixés dans le cahier des charges.

Selon la littérature, il existe plusieurs type d’approches heuristiques :

Les approches basées sur les algorithmes génétiques : par exemple (Ben

Aicha et al,) ont proposé une méthode basée sur l’optimisation multi-objectif et

faisant appel aux algorithmes génétiques [21]. L’optimisation des paramètres de

réglage est fondée sur un compromis entre les performances en boucle fermée

et le modèle obtenu. Ensuite, (Haber et al.) et (Naeem et al,) ont proposé

une approche basée sur la reformulation de la fonction coût en intégrant les

différents critères de performance (le temps d’établissement du régime stationnaire,

le dépassement maximal et la longueur des horizons) [75],[124]. Cette approche a

permis l’approximation de tout type de système physique par une fonction de

transfert apériodique du second ordre.

Les approches basées sur la logique floue : il existe un nombre important

d’articles dans la littérature visant à calculer les paramètres de réglage de la

MPC en utilisant un superviseur flou [3], [4], [5], [115], [116] et [114]. L’approche

proposée par (Ali et al,) permet d’obtenir le couple de paramètres (Np, λ) optimal

minimisant l’erreur entre la sortie réelle et la référence et d’atteindre les objectifs

souhaiter en terme de performances [4]. L’algorithme proposé est constitué de deux

phases, à savoir : la phase d’observation et la phase de déclenchement. La méthode

vise à formuler le contrôleur prédictif par un mécanisme automatique, qui intègre

la mise à jour des paramètres tout en maintenant la réponse en boucle fermée

dans un domaine temporel prédéfini. Cette méthode a été inspirée par les travaux

de (AlGhazzawi et al,) mais, sans utiliser la sensibilité de sortie pour régler les

paramètres de la MPC [3].

Les approches basées sur les équations de sensibilité : (AlGhazzawi et al,)

ont proposé une approche de réglage en ligne basée sur les équations de sensibilité

pour des systèmes multivariables avec contraintes [3]. Cette approche est basée

sur une approximation linéaire de la sortie prédite en boucle fermée. Le facteur

de pondération est réglé de façon à obtenir les meilleures performances. La mise

à jour de λ se fait au moyen de la sensibilité de la réponse en boucle fermée.

Les horizons de commande et de prédiction Nc et Np sont alors définis à l’aide

des directives d’optimisation générales dans la littérature. Cette stratégie vise

à orienter la réponse de rétroaction dans un domaine temporel spécifique pour
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Chapitre 1. État de l’art sur la commande prédictive

satisfaire les spécifications souhaitées en utilisant un algorithme d’optimisation de

moindres carrés.

(Sarhadi et al,) ont proposé une approche dans le domaine fréquentiel à partir d’une

analyse de robustesse pour optimiser les paramètres de la GPC [141]. La fonction

de sensibilité est utilisée pour présenter cette technique à la fois pour l’analyse

de robustesse et le réglage paramétrique du contrôleur. Cette approche permet

d’obtenir les performances fixées par le cahier des charges mais elle est lourde en

terme de calculs.

Les approches de réglage basées sur l’analyse de la variance : Des chercheurs

ont fait le choix d’utiliser la méthode d’analyse de la variance en anglais ANalysis

Of VAriance (ANOVA), en se basant sur la regression non linéaire pour le calcul

des valeurs optimales des paramètres de la MPC [91], [126], [14], [15], [57], [17] et

[19].

(Bagueri et al,) ont proposé une fonction analytique dédiée aux systèmes retardés

FOPDT [15] . Cette approche a été appliquée dans un essai au laboratoire sur

un procédé réel ”pH” non linéaire. Une autre mise en oeuvre réussie du calcul des

paramètres de la MPC a été optimisée par le même auteur dans qui a proposé une

méthode basée sur la performance nominale en boucle fermée et qu’il a appliquée

sur un procédé FOPDT [19]. Cette approche est basée sur le suivi de la trajectoire

et l’analyse de la régression non linéaire. (Ebrahimi et al,) ont prouvé l’efficacité

de l’ANOVA sur plusieurs cas de systèmes SISO et MIMO [57]. D’autres travaux

continuent à utiliser cette approche [18], toujours avec des systèmes FOPDT où

les contraintes sont inactives afin de stabiliser ces systèmes en boucle fermée et en

obtenant les paramètres de réglage optimaux [16]. La limite de ces approches réside

dans le fait qu’elles sont basées sur l’approximation physique de procédé réel par

un modèle FOPDT, ce qui n’est pas toujours réalisable.

Les approches par correspondance du contrôleur : (Cairano et al,) ont proposé

une méthode de réglage paramétrique de la commande prédictive par la méthode de

correspondance des contrôleurs en définissant les matrices de poids, et les matrices

d’états de telle manière que le contrôleur prédictif se comporte comme un contrôleur

linéaire quadratique [49]. Les procédures suivies pour les synthèses des contrôleurs

sont basées sur l’ajustement de la fonction de coût de la MPC en résolvant un

problème d’optimisation convexe.

(Tran et al,) ont proposé une méthode qui vise à faire correspondre la fonction de

transfert d’un contrôleur arbitraire à temps discret et de la MPC pour obtenir

le même comportement [161]. Les paramètres MPC se calculent également en

résolvant un problème d’optimisation par LMI convexe sous contraintes.
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Les approches heuristiques par optimisation : (Tran et al,) ont proposé une

approche pour la recherche d’extremum en anglais Extremum Seeking (SE) [162].

Cette approche a pour objectif de calculer par auto-optimisation les matrices de

pondération de la fonction coût à partir de la bande passante imposée en boucle

fermée. Ils ont suggéré une méthode pour obtenir la variance de sortie minimale.

Leur idée principale réside dans la réalisation d’un équilibre optimal entre la

robustesse en performances et la performance nominale du système bouclé. La

bande passante optimale désirée a été calculée sur la base d’un algorithme ES qui

se présente sous une forme d’optimisation adaptative.

Un algorithme évolutionnaire multi-objectif en anglais Multi-Objective

Evolutionary Algorithm (MOEA), a été élaboré par (Gutizrrez et al,) [74].

Cet algorithme consiste à proposer une sélection automatique des paramètres de la

MPC afin d’obtenir un bon compromis entre la fiabilité, la performance et le coût.

Ce type d’algorithme s’est avéré être un outil efficace pour ce type de système

de commande [62], [63] et [102]. (Han et al,) ont eu recours à une optimisation à

base des bornes min-max pour trouver les valeurs appropriées des paramètres de

la MPC [77].

Le réglage de la MPC par la résolution des différents problèmes d’optimisation a

été largement étudié dans la littérature [27]. Par exemple, certains travaux publiés

ont évoqué la détermination des paramètres du contrôleur prédictif en résolvant

une optimisation par essaim (en anglais Swarm) basée sur les distributions de

Cauchy et sur le modèle ARMA (en anglais Auto Regressive Moving Average)

[53] et [154]. D’autres ont eu recours à une optimisation multi-objectif récursive

[108] ou à l’identification récursive du système [121]. L’avantage de cette structure

est qu’elle est moins exigeante en termes de calcul que la GPC classique. Les

valeurs appropriées de la MPC ont été sélectionnées en se basant sur la stabilité

du système en boucle fermée. Une optimisation convexe a été étudiée par [144] et

[145] où la stratégie de réglage est basée sur la spécification de la performance en

boucle fermée dans le domaine fréquentiel. Deux problèmes d’optimisation ont été

résolus par leur méthode présentant une programmation semi-définie (en anglais

SemiDefinite Programming ou SDP). Le premier comportait une optimisation de la

réponse en fréquence pour déterminer les degrés de liberté, et le deuxième a porté

sur une optimisation des matrices de pondération. L’efficacité de cette méthode a

été testée avec des systèmes SISO et MIMO lorsque les contraintes sont inactives.

Les approches basées sur les méthodes de filtrage : (Schawrz et al,) ont proposé

une approche de réglage des paramètres de la MPC qui est basée essentiellement

sur la méthode d’identification des paramètres du modèle en boucle fermée [142]. Le
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principal atout de cette approche est sa capacité à pouvoir exploiter les paramètres

du modèle physique pour sélectionner les paramètres optimaux du contrôleur. Dans

le même sens et pour réduire significativement l’impact du bruit, ils ont intégré

également un filtre de ”Rhinehart” dans la conception du système.

Les approches heuristiques visant l’optimisation des performances et

l’analyse de stabilité : La stabilité est l’une des principales exigences pour tout

système de commande. Dans notre contexte, les spécifications pour la stabilité du

système dépendent fortement des paramètres de la MPC.

Dans [69], (Gerksic et al,) ont proposé une approche de réglage par un modèle

multi-paramétrique. Cette approche est utile lorsque les perturbations sont très

importantes. Leur méthode de réglage est basée sur l’analyse linéaire locale du

système en boucle fermée qui est un outil extrêmement précieux pour l’analyse

de la performance de l’action de rétroaction. Cet algorithme est particulièrement

important dans les applications de industriel pour le suivi des trajectoires. Ensuite,

le cas problème du réglage de la MPC à deux degrés de liberté avec des contraintes

actives a été étudié dans [78]. Les paramètres de la MPC sont alors déterminés à

partir des performances souhaitées, à savoir la stabilité, le dépassement du cas le

plus défavorable, les oscillations en sortie de processus et le temps de stabilisation

du cas le plus défavorable.

Quant aux effets des paramètres de la MPC sur le comportement en boucle fermée,

ils ont été publiés dans [66] . En particulier, (Garriga et al,) se sont concentrés sur

la localisation des valeurs propres sur une large gamme. Pour cela, ils ont utilisé le

”Jacobien” en boucle fermée connu pour son exigence en termes calculatoires [97].

Ils ont suggéré une sélection automatique des paramètres du contrôleur prédictif

basée sur l’analyse des pôles stables en boucle fermée. La procédure de réglage est

basée sur une optimisation multi-objectif et des courbes de compromis entre la

performance moyenne et le nombre de degrés de liberté.

Les approches basées sur le RPN (Robuste Performance Number) : Le RPN

représente un critère pour la mesure de la commandabilité d’un système. Le RPN a été

présenté lors d’une étude effectuée par (Trierweiler et al,) pour des systèmes multivariables

[163] et [164]. L’idée principale de la méthode de réglage proposée basée sur le RPN est

d’appliquer correctement le principe de la récursivité sur le système et les matrices de

pondération. Les avantages de l’utilisation du RPN résident dans sa capacité à prendre

en compte le comportement du procédé en phase nominale et les performances désirées en

boucle fermée, et aussi sa capacité à quantifier correctement la fréquence d’échantillonage

en fonction de la directionalité du système. Par conséquent, la robustesse en performances

du système est assurée.
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Toutes ces méthodes ont un caractère heuristique (à base d’essais-erreurs) qui ne

permet pas toujours d’identifier explicitement la zone de robustesse du système. La plupart

d’entre elles sont basées sur des techniques statistiques exigeantes en termes de calculs.

1.3.4 Les approches méta-heuristiques

Le réglage de la MPC via la résolution des différents problèmes d’optimisation a été

également étudié dans la littérature. (Benkhoud et al,) ont proposé une approche sur la

détermination des paramètres du contrôleur prédictif en résolvant un problème par PSO

(Particle Swarm Optimisation) [27].

(Coelho et al,) [53] et (Suzuki et al,) [154] se sont intéressés à l’optimisation par essaim

basée sur les distributions de Cauchy et Gaussian et sur le modèle ARMA (Auto Regressive

Moving Average). Ces approches permettent de faire une optimisation des trois paramètres

de réglage de la MPC, mais l’une des limites de ces approches est de ne pas prendre en

compte les perturbations extérieures et la variation paramétrique affectant le système au

cours du temps.

1.4 Conclusion

Ce premier chapitre a permis de donner un aperçu général sur la commande prédictive.

Dans un premier temps, un rappel sur l’historique et les différents domaines d’application

de la MPC ont été présentés en insistant sur ses particularités qui en font une approche

efficace et particulièrement répandue dans le milieu industriel. Dans un deuxième temps,

nous avons présenté les principes fondamentaux du fonctionnement de la MPC en

introduisant la fonction coût qui fait appel aux paramètres de réglage. Le choix de ces

derniers doit être fait avec une grande attention afin de garantir la poursuite de trajectoire

imposée au début ce qui a motivé précisément nos travaux.

Dans un troisième temps, un état de l’art sur les stratégies de réglage de la MPC a

été mené. L’analyse de cet état de l’art nous a permis d’avoir une idée globale sur les

approches de réglage actuelles et leurs limites. La méthode proposée dans le chapitre qui

suit porte sur une approche totalement nouvelle et innovante. Les limites exposées plus

hauts seront dépassées notamment en ayant recours aux réseaux de neurones artificiels

et leurs capacités d’apprentissage. La problématique principale dans l’utilisation du RNA

réside dans la synthèse de la structure optimale et la construction de la base de données

d’apprentissage.
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Chapitre 2. Apprentissage et dimensionnement des réseaux de neurones artificiels

2.1 Introduction

Dans le chapitre précédent, nous avons dressé un état de l’art sur la commande

prédictive et ses différentes stratégies de réglage identifiées dans la littérature. Le présent

chapitre sera consacré à la présentation des réseaux de neurones artificiels qui constituent

l’outil principal dans l’originalité de l’approche que nous proposons. Dans un premier

temps, un rappel synthétique sur les RNA sera effectué. Ces derniers sont appropriés

à la reconnaissance de formes, et utilisés pour la résolution de plusieurs problèmes en

automatique : l’identification, le diagnostic, le contrôle-commande... . Leur historique et

principe d’utilisation seront également détaillés. Dans un deuxième temps, une étude des

différents algorithmes d’apprentissage statique et dynamique sera menée. Le RNA exige

en effet une constitution appropriée de la base de données d’apprentissage et une synthèse

adéquate de l’algorithme d’apprentissage. Dans un troisième et dernier temps, la sélection

d’une architecture et formation du réseau sera présenté, conduisant à la présentation de

la première contribution proposée, à savoir une approche de dimensionnement du RNA

dynamique. Cette approche consiste à déterminer le nombre de neurones adéquats dans la

couche cachée en fonction de la complexité du problème étudié. La structure adéquate du

RNA permet d’assurer les performances et un temps de calcul convenable tout en évitant

le sur-dimensionnement et également le sous-dimensionnement en fonction de la taille de

la base d’apprentissage.

2.2 Rappel sur les réseaux de neurones artificiels

L’objectif de cette partie est de présenter les RNA, leur historique, et principe

d’utilisation inspiré des neurones biologiques.

2.2.1 Définition et principe d’utilisation

Un RNA est une structure d’unités élémentaires connectées entre elles dont le

fonctionnement est inspiré des neurones biologiques. Grâce à sa capacité de généralisation,

chaque neurone calcule sa sortie sur la base des informations qu’il reçoit. Les réseaux de

neurones sont utilisés pour résoudre certains problèmes comme la classification de données,

la reconnaissance d’images,... etc. Pour apporter des résultats appropriés, un RNA exige

la constitution d’une base de données, la sélection d’une architecture et la formation du

réseau.

Un réseau de neurones est généralement constitué d’une couche d’entrée, d’une ou

plusieurs couches cachées et d’une couche de sortie. Chaque couche peut comporter un ou

plusieurs neurones.
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La Figure 2.1 présente un exemple de RNA comportant une couche d’entrée, deux couches

de cachées et une couche de sortie.

Figure 2.1 – Exemple de structure d’un RNA [36]

— Couche d’entrée : C’est la couche qui communique avec les données saisies. Les

neurones de la couche d’entrée n’établissent aucun calcul, mais ils communiquent

les données saisies aux neurones de la première couche cachée.

— Couches cachées : Les couche cachées du RNA représentent une partie

importante dans la structure globale du RNA car ce sont elles qui récupèrent les

signaux d’information de la couche d’entrée ou d’une couche cachée précédente.

Ensuite, elles encodent ces signaux et envoient le signal de sortie de cette couche

vers une autre couche cachée ou la couche de sortie.

— Couche de sortie : La couche de sortie présente un modèle de l’environnement

externe. Le nombre de neurones de sortie est lié au nombre de signaux de sortie

attendus.

2.2.2 Historique des RNA

L’histoire des réseaux de neurones peut être divisée en plusieurs périodes.

— Première tentative

La première étape vers les réseaux de neurones artificiels a eu lieu en 1943 lorsque

(Pitts et al,), ont développé les premiers modèles de réseaux de neurones [117]. Les

réseaux étaient basés sur des éléments simples considérés comme des dispositifs

binaires à seuils fixes. Les résultats de leur modèle étaient sous la forme de fonctions

logiques simples avec le caractère «tout ou rien» de l’activité nerveuse.

En 1949, (Hebb et al,), ont publié un travail qui a souligné le fait que les

voies neuronales sont renforcées à chaque fois qu’elles sont utilisées, un concept

fondamental et essentiel à la façon dont les humains apprennent [47].
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— Nouvelle technologie

En 1958, (Rosenblatt et al,) ont mené un premier travail sur les ”Perceptrons”

[59]. Le ”Perceptron” était un appareil électronique construit conformément aux

principes biologiques et qui montrait une capacité d’apprentissage. Un autre

système était l’ADALINE (ADAptive LInear Element) qui a été développé en 1960

par (Widrow et al,) [173]. La méthode utilisée pour l’apprentissage était différente

de celle du Perceptron : elle utilisait la règle d’apprentissage des moindres carrés.

— Décridibilisation des RNA

En 1969, (Minsky et al,) ont écrit un livre sur les Perceptrons : An Introduction to

Computational Geometry [119]. L’objectif visé était de discréditer la recherche sur

les réseaux de neurones en montrant un certain nombre de problèmes fondamentaux

et dans lesquels ils généralisaient les limites du perceptron mono-couche. Bien

que les auteurs soient bien conscients que les perceptrons puissants ont plusieurs

couches et que les perceptrons de base à anticipation de (Rosenblat et al,) ont trois

couches, ils ont défini le Perceptron comme une machine à deux couches qui ne

peut gérer que des problèmes linéairement séparables.

— Développement

En 1972, (Klopf et al,) ont développé une base d’apprentissage des neurones

artificiels basée sur un principe biologique [99]. Ensuite en 1974, ” Werbos” a

développé une méthode d’apprentissage par rétro-propagation. Il a commencé a

mettre en oeuvre cette approche en 1986.

En 1976, (Grossberg et al,) ont introduit la résonance adaptative comme théorie du

traitement cognitif de l’information humaine par les réseaux de neurones artificiels

[139].

— Innovation et travaux récents

L’algorithme de rétropropagation découvert à l’origine par (Werbos et al,) en 1974,

a été redécouvert en 1986 avec le livre Learning Internal Representation by Error

Propagation de (Rumelhart) [138]. La rétropropagation est une forme d’algorithme

de descente de gradient utilisé par les réseaux de neurones artificiels pour minimiser

l’erreur quadratique moyenne.

En 1985, l’Institut américain de la physique a commencé une conférence annuelle

”Neural Networks for Computing”. La première conférence ouverte sur les réseaux

de neurones des temps modernes a eu lieu en 1987. Ensuite, la conférence

internationale de l’IEEE sur les réseaux neuronaux s’est tenue à San Diego et

la Société internationale des réseaux neuronaux (INNS) a été créée. En 1988, la

revue INNS Neural Networks a été fondée, suivie de Neural Computation en 1989

et de l’IEEE Transactions on Neural Networks en 1990.
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Entre 2009 et 2012, les réseaux de neurones récurrents et les réseaux de neurones

à apprentissage profond ont été développés par notamment, (Schmidhuber et al,)

[93].

Chez IBM en 2014, des chercheurs ont introduit le processeur (TrueNorth), avec

une architecture similaire à celle existant dans le cerveau humain. Ensuite ils ont

présenté le circuit intégré de la taille d’un timbre-poste capable de simuler le travail

de millions de neurones et de 256 millions de synapses qui reçoivent les informations

des autres neurones via l’axone et permettent donc aux neurones de communiquer

entre eux en temps réel. Le système est capable d’exécuter de 46 à 400 milliards

d’opérations synaptiques par seconde.

La prochaine partie sera consacrée à l’apprentissage des RNA qui constitue la phase la

plus importante dans l’utilisation de cet outil.

2.3 Apprentissage des réseaux de neurones artificiels

L’apprentissage est la phase clé dans le développement d’un RNA. Durant cette étape,

le comportement du réseau est modifié jusqu’à l’obtention du comportement désiré,

et ce par l’ajustement des poids (connexions ou synapses) des neurones à une source

d’information bien définie [47], [139], [138]. L’objectif essentiel de l’apprentissage est la

résolution du problème par la prévision, la classification, ... etc. L’apprentissage consiste

également à extraire des conformités parmi les données utilisées pour l’entrâınement du

réseau.

2.3.1 Règles d’apprentissage

Selon la littérature, les règles d’apprentissage peuvent être classifiées en trois catégories

qui sont l’apprentissage supervisé, l’apprentissage non supervisé et l’apprentissage par

renforcement.

— Apprentissage supervisé

Ce type d’apprentissage consiste à imposer au RNA un fonctionnement donné en

forçant les sorties des réseaux à prendre des valeurs bien définies par modifications

des les poids synaptiques [105].

L’apprentissage supervisé peut avoir lieu lorsqu’on dispose de toutes les données

des variables d’entrées et de sorties. L’objectif est de prévoir les variables de sortie

lorsque l’on dispose de nouvelles données en entrée en ayant une approximation de

la fonction d’activation.

Le RNA se comporte donc comme un filtre dont les paramètres de transfert sont
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ajustés à partir des couples entrée-sortie présentés.

L’adaptation des paramètres du réseau s’effectue en utilisant un algorithme

d’optimisation. L’initialisation des poids synaptiques se fait le plus souvent de

manière aléatoire.

— Apprentissage non supervisé

L’apprentissage non supervisé aussi appelé algorithme par compétition.

Contrairement à l’apprentissage supervisé, seules les valeurs d’entrée sont

disponibles [96].

Dans ce cas, les entrées provoquent une auto-adaptation du réseau afin d’engendrer

des valeurs de sortie qui soient proches en réponse à des valeurs d’entrée similaires.

L’objectif de ce type d’apprentissage est de faire une modélisation de la structure

ou de la distribution des données.

— Apprentissage par renforcement

L’apprentissage par renforcement est une méthode d’apprentissage qui consiste à

laisser l’algorithme apprendre des erreurs commises par le RNA [10].

L’objectif de cette règle d’apprentissage est d’exécuter la base de données d’entrées/

sorties par une interaction continue avec l’environnement afin de minimiser un

critère de performance.

Pour pouvoir prendre les bonnes décisions, les RNA se retrouvent directement

confrontés à des choix. Si le RNA se trompe, il est ” pénalisé “. Au contraire, si il

prend la bonne décision, il est ” récompensé “.

2.3.2 État de l’art sur les méthodes d’apprentissage

Le processus d’apprentissage est le même pour n’importe quelle structure du réseau de

neurones. La première tache consiste à faire une classification. La deuxième tache porte

sur l’entrâınement ou processus itératif, et la troisième tache, c’est l’obtention des poids

ωi permettant d’avoir f(xi) = yi de façon a éliminer les erreurs entre les yi obtenus et

attendus.

Dans la littérature, il existe plusieurs algorithmes d’apprentissage classés en deux

catégories [47].

— Apprentissage d’un perceptron

— Apprentissage des réseaux de neurones multi-couches

2.3.2.1 Apprentissage d’un perceptron

L’apprentissage d’un réseau de neurones de type perceptron est largement présenté

dans la littérature. Plusieurs approches sont identifiées :
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— Règle de Hebb d’apprentissage

La règle de Hebb ou théorie de Hebb ou théorie des assemblées de neurones a été

établie par (Hebb et al,) en 1949. Elle est à la fois utilisée comme hypothèse en

neurosciences et comme concept dans les réseaux neuronaux en mathématiques.

Cette théorie est souvent résumée par la formule : « des neurones qui s’excitent

ensemble, se lient entre eux » ( cells that fire together, wire together ). C’est une

règle d’apprentissage des RNA dans le contexte de l’étude d’assemblées de neurones

[47]

Elle se base sur une hypothèse scientifique en neurosciences qui permet de décrire

les changements d’adaptation neuronale dans le cerveau ou dans un réseau de

neurones pendant le processus d’apprentissage. Le principe de la loi de Hebb

consiste a dire que si deux neurones sont activés en même temps alors la

force de connexion augmente. L’algorithme consiste a initialiser aléatoirement les

coefficients synaptiques ωij de liaison entre les neurones Ni et Nj, puis à choisir

Figure 2.2 – Connexion entre les neurones [36]

un exemple qui regroupe une entrée définie (e) et une sortie définie (s) dans la

base d’apprentissage. Pour cette entrée (e), il faut calculer à l’aide du réseau de

neurones la sortie réelle (c). La dernière étape consiste à faire une comparaison

entre la sortie définie et la sortie réelle : en cas d’égalité, il faut arrêter l’algorithme

mais en cas de différence, la mise à jour des coefficient synaptiques est requise :

ωij = ωij + µ (2.1)

où µ une constante positive.

— Apprentissage par réseau de Hopfield

Le modèle de Hopfield a été présenté en 1982. Ce modèle très simple est basé d’une

part sur le modèle des verres de spin de Ising et aussi sur le principe des mémoires

associatives. C’est la raison pour laquelle ce type de réseau est dit associatif. Outre

un intérêt pratique, ce réseau admet une analyse théorique précise et complète [79].

Il a par ailleurs, contribué à relancer les recherches sur les réseaux de neurones.

Le réseau de Hopfield est l’un des réseaux les plus simples, en particulier grâce à

un apprentissage facile à mettre en oeuvre. Ce n’est qu’au cours de la phase de test

que les problèmes les plus importants apparaissent.
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La règle d’apprentissage proposée par Hopfield est basée sur la règle de Hebb. La

règle de Hebb consiste à forcer les poids des liaisons entre les neurones actifs au

même moment. Par contre, les poids seront diminués si les neurones sont dans

des états contraires. Dans le cas de Hopfield, cette règle est légèrement étendue

si l’on considère que deux neurones dans l’état précédent sont actifs. La règle de

modification des poids devient donc :

ωij = spi ∗ s
p
j (2.2)

ou si et sj représente les sorties du réseau de neurones et p le nombre d’exemples.

On remarque que la phase d’apprentissage est immédiate en calculant directement

les poids à l’aide de cette fonction. C’est d’ailleurs l’un des seuls outils qui permet

un calcul aussi simple et analytique des poids.

2.3.2.2 Apprentissage des réseaux de neurones multi-couches

La deuxième catégorie d’approches concerne les réseaux avec des structures multi-

couches :

— Approche auto-organisatrice ou carte de Kohonen

La méthode de la carte auto-organisatrice est un algorithme d’apprentissage et de

classification développé par (Kohenen et al,) en 1988. Cet algorithme repose sur la

méthode de quantification vectorielle et fait partie des approches d’apprentissage

non supervisé [101].

Cette approche consiste à regrouper les informations fournies par le réseau de

neurones tout en respectant la topologie fournie par l’espace d’observations.

Il existe différentes structures topologiques de la carte de Kohonen Figure 2.3 et

2.5 : L’algorithme d’apprentissage consiste à adapter les poids de telle manière

Figure 2.3 – Carte unidimensionnelle

que les exemples les plus proches dans l’espace soient associés aux mêmes neurones

ou aux neurones les plus proches dans la carte.

Cet algorithme débute par la phase d’initialisation aléatoire des poids ω. Ensuite,

à chaque itération t, il faut présenter un exemple de la base d’apprentissage X(t).

Ce dernier est choisi au hasard à l’entrée de la carte et comparé à tous les vecteurs

poids. La dernière phase consiste à retrouver le neurone j∗ gagnant qui est celui
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Figure 2.4 – Carte bi-dimensionnelle ”voisinage hexagonal”

dont le vecteur poids wj∗(t) est le plus proche de l’entrée X(t) ou par définition :

dN(X(t), ωj∗(t)) = mindN(X(t), ωj(t)) (2.3)

avec dN la distance dans l’espace d’entrée, d la distance dans la carte X l’exemple

choisi et j le neurone le plus proche de l’entrée choisie. La phase qui permet

d’évaluer le voisinage du neurone gagnant dans la carte est définie par :

hj∗(j, t) = h(d(j, j∗), t) (2.4)

où h est la fonction voisinage. Finalement, la phase de coopération qui consiste

à faire la mise des poids pour tous les neurones de la carte (l’adaptation) est

d’autant plus forte que les neurones voisins de j∗ sont donnés par les deux équations

suivantes :

ωj(t+ 1) = ωj(t) + ∆ωj(t) (2.5)

∆ωj(t) = ε(t)hj∗(j, t) ∗ (X(t) + ωj(t)) (2.6)

où ε est le pas d’apprentissage.

— Algorithme de rétropropagation

L’algorithme de rétropropagation consiste à faire circuler vers l’avant les données

d’entrées afin d’obtenir une sortie calculée par le réseau, ensuite faire une

comparaison entre la sortie calculée et la sortie réelle [173]. Cette comparaison est

faite en minimisant une fonction d’erreur comme dans le cas du perceptron linéaire.

L’étape la plus difficile par la suite consiste à calculer la contribution à cette erreur

de chacun des poids synaptiques. En effet, les poids sont modifiés de telle sorte

qu’à l’itération qui suit, l’erreur entre la sortie calculée et désirée soit minimale,

en prenant en considération la présence des couches cachées. L’erreur est rétro-

propagagée vers l’arrière jusqu’à la couche d’entrée en modifiant la pondération.

L’algorithme est initialisé par la définition de l’ensemble d’apprentissage composé
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de K paires de vecteurs :

(x1, o1), (x2, o2), ...., (xk, ok) (2.7)

où le vecteur d’entrée est :

xp = (xp,0,1, xp,0,2, ..., xp,0,n)t (2.8)

le vecteur de la sortie désirée :

op = (op,1, op,2, ..., op,m)t (2.9)

et le vecteur de la sortie réelle :

yp = (yp,1,1, yp,1,2, ..., yp,l,m)t (2.10)

Par définition, l’entrée et la sortie du noeud sont définies par :

h(p,j,k) =
n∑
i=0

W(j,k,i)x(p,j−1,i) (2.11)

Et :

F (h(p,j,k)) =
n∑
i=0

W(j,k,i)x(p,j−1,i) + θj,k (2.12)

Avec :

W(j,k,i) : la connexion entre le neurone k et de la couche cachée j − 1 et le neurone

i de la couche j.

h(p,j,k) : l’entrée complète du neurone k pour l’échantillon p de la couche j.

θj,k : le poids fictif du neurone k de la couche j.

Le terme d’erreur totale commise sur les noeuds de sortie est défini par :

Ep =
1

2

m∑
i=0

(Op,k − xp,l,k)2 =
1

2

m∑
i=0

δ2
p,k (2.13)

avec δp,k l’erreur commise sur la sortie.

L’objectif est donc de minimiser cette erreur Ep. Le gradient est donc calculé pour chaque

poids ω, puis, à leurs tour, ces poids sont modifiés dans le sens inverse du gradient. Le

gradient de l’erreur est défini par :

∇Ep =
∂Ep
∂ωl,j,k

= −(Op,k − xp,l,k)
∂f(yp,l,k)

∂ωl,k,j
(2.14)

28



Chapitre 2. Apprentissage et dimensionnement des réseaux de neurones artificiels

On obtient alors :

∇Ep = δp,kxp,l,k(1− xp,l,k)x(p,l−1,k,j) (2.15)

La mise à jour des poids est exprimée par :

∇pωl, k, j(t) = λ(Op,k − xp, l, k)f ′(yp,l,k)xp,l−1,j (2.16)

Où λ est le pas compris entre 0 et 1 strictement.

2.4 Dimensionnement des réseaux de neurones

artificiels

Dans cette partie, le focus est fait sur le dimensionnement d’un RNA. En effet, le

dimensionnement consiste à établir la structure optimale du RNA en fonction de la

complexité de la base d’apprentissage. La complexité d’un réseau avec plusieurs couches

cachées est liée au nombre de neurones et au nombre de paramètres correspondants

à ajuster. Dans le cas d’un réseau neuronal, est mesuré par le nombre de connexions

synaptiques. Ce qui fait que l’addition d’un neurone dans la couche cachée augmente le

nombre de paramètres à ajuster.

2.4.1 État de l’art sur les méthodes de dimensionnement

Dans la littérature, il existe plusieurs méthodes de dimensionnement, que l’on peut

classer en deux catégories : les méthodes de dimensionnement statique (hors ligne) et

les méthodes de dimensionnement dynamique (en ligne). Dans cette partie, un état de

l’art sur les différentes méthodes de dimensionnement identifiées dans la littérature est

présenté.

2.4.1.1 Méthodes de dimensionnement statique

— Méthodes par décomposition SVD

En 2006, (Teoh et al,) ont proposé une méthode qui permet d’augmenter le nombre

de neurones dans une seule couche cachée du réseau de neurones, en utilisant des

propriétés de la méthode de décomposition en valeurs singulières SVD (Singular

Value Decomposition). Cette décomposition permet d’évaluer la généralisation du

réseau avec une seule couche cachée [160]. La capacité de généralisation est mesurée

par le degré d’indépendance linéaire des neurones dans la couche cachée, qui peut

être indirectement quantifié par les valeurs singulières obtenues.

La décomposition SVD est une généralisation de la décomposition en éléments
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propres, qui peut être utilisée pour analyser des matrices rectangulaires (la

décomposition en éléments propres est définie seulement pour des matrices carrées).

Par analogie, la SVD permet d’écrire une matrice en deux matrices simples, l’idée

principale est de décomposer une matrice rectangulaire en trois matrices simples :

deux matrices orthogonales et une matrice diagonale. Une matrice semi-définie

positive peut être obtenue comme le produit d’une matrice par sa transposée.

Cette matrice est évidemment carrée et symétrique, mais aussi ses valeurs propres

sont toutes définies positives ou nulles et les vecteurs propres correspondant aux

valeurs propres différentes sont orthogonaux.

Étant donnée une matrice réelle H, l’application de la SVD aboutit à la

transformation orthogonale H = UV T T , avec U une matrice orthonormée, (UTU =

I), et V une matrice diagonale qui contient les valeurs propres de H.

Pour estimer le nombre de neurones dans la couche cachée, il faut construire

l’hyperplan de la matrice H dans le sens géométrique et définir son rang.

— Méthode de K-moyen où algorithme de glouton

C’est une méthode d’optimisation proposée par (Bang et al,) qui combine deux

algorithmes, celui dit ”K-moyen++ (K-Means++)”et celui dit de ”glouton (Greedy

algorithm)” [30]. Cette approche permet de retrouver le nombre optimal de

neurones de la couche cachée d’un réseau multi-couches.

L’algorithme de glouton exécute une évaluation itérative de chaque solution. Il

rejette ensuite les solutions les moins optimales par rapport à la solution la mieux

connue, en acceptant et mettant ensuite à jour la solution la mieux connue avec

les solutions qui révèlent être meilleures, qui dans ce cas est les valeurs du nombre

de neurones dans la couche cachée.

Cependant, utiliser l’algorithme de glouton ne produit pas toujours la solution

globalement optimale, car il ne considère pas toutes les solutions possibles du

problème [44]. La méthode proposée par (Arthur et al,) a pour but de surmonter cet

inconvénient en utilisant l’algorithme de K-moyen ++ [11], pour limiter l’espace

de recherche pour l’algorithme de glouton en se concentrant sur les valeurs de

fonction de coût qui sont susceptibles de mener au minimum global en renonçant

aux valeurs qui sont moins susceptibles de faire ainsi. Cette méthode aboutira à

plusieurs solutions, ce qui permet d’augmenter ainsi la probabilité de l’algorithme

de glouton d’obtenir une solution globalement optimale.

— Méthode PCA et apprentissage par renforcement

Cette méthode a pour but de fixer le nombre de neurones de la couche cachée,

en utilisant deux algorithmes : celui de l’analyse par composante principale PCA
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(Principal componenent Analysis) et celui d’apprentissage par renforcement RL (

Reinforcement Learning) [109].

Le PCA est un outil de compression de nombre de données ou de réduction de

dimensions. Il peut être utilisé pour réduire un grand ensemble de variables à un

petit ensemble qui contient toujours la plupart des informations dans le grand

ensemble.

L’idée globale de la PCA est d’éliminer la corrélation entre les données et de

projeter les données originales sur un sous-espace de dimension plus petite.

L’algorithme se fait en quatre étapes : relever la moyenne, calculer la matrice de

covariance Σ, calculer la valeur propre λ et les vecteurs propres Σ et U et finalement

déterminer la valeur k pour le PCA.

L’apprentissage des neurones cachés est complété par l’approche RL qui est

exécutée en 2 étapes : premièrement, initialiser trois valeurs de nombre de neurones

selon la gamme (taille des composants principaux choisis) calculée par PCA,

deuxièmement, l’approche par RL à son tour recherche le nombre de neurones

le plus performant.

Les méthodes présentées précédemment sont des méthodes dites statiques, l’architecture

du RNA étant ajustée dans la phase d’apprentissage. Durant la phase de test ou celle

de validation il n’est plus possible d’agir sur le RNA. C’est la raison pour laquelle plus

d’importance sera accordée aux méthodes de dimensionnement dynamique.

2.4.1.2 Méthodes de dimensionnement dynamique

— Méthode Extreme Learning Machine et Factorisation QR

Cette approche est basée sur un algorithme d’apprentissage dit ”ELM” (Extreme

Learning Machine) et la factorisation QR [176]. Cette méthode est capable de

déterminer le nombre de neurones dans la couche cachée automatiquement par la

factorisation QR de la matrice de sortie de la couche cachée. Les poids et biais

peuvent être progressivement mis à jour pendant la croissance de nombre de

neurones.

L’ELM est un algorithme d’apprentissage qui a été proposé par (Hiang et al,) pour

le dimensionnement des réseaux ne comportant qu’une seule couche cachée [85].

La particularité de cette approche est que l’ELM produit aléatoirement ses poids

et biais entre la couche d’entrée et la couche cachée, et calcule analytiquement

les poids entre la couche cachée et la sortie par la résolution de problèmes de

moindres carrés. En raison de sa vitesse d’apprentissage et sa meilleure capacité

de généralisation, l’ELM a été largement appliqué dans plusieurs domaines tels

que la reconnaissance d’images, la prédiction, la commande, le traitement des
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signaux,...[85].

— Méthode Pruning–ELM et Incemantal–ELM

En 2017, (Yongjiao et al,) ont proposé des méthodes pour déterminer le nombre

optimal de neurones ainsi qu’une stratégie de filtrage pendant le processus

d’ajout de neurones [178]. Cette approche fusionne deux algorithmes, le premier,

Pruning–ELM qui a pour but d’éliminer les neurones inutiles dans le réseau et le

second, Incemantal–ELM, qui rajoute les neurones dans le réseau. Pour garder

l’efficacité du réseau, l’ELM diminue les neurones dans le réseau et maintient

uniquement les neurones qui peuvent satisfaire la demande de généralisation. Ainsi,

une méthode est d’ajouter une stratégie automatique dans ELM pour pouvoir

ajuster la structure nécessaire dans des problèmes différents et des applications, et

améliorer la flexibilité des algorithmes.

Le but de cet algorithme est de garder les neurones efficaces pour résoudre des

problèmes et de supprimer les neurones inutiles et inefficaces qui influencent

négativement sur le RNA.

— Méthode VC OS-ELM (Variable Complexity Online Sequential-Extreme

Learning Machine)

Cette méthode est très proche à celle présentée précédemment. Elle permet

d’enlever ou d’ajouter les neurones dans la couche cachée. Cette méthode a été

appliquée dans la prédiction de débit d’écoulement [107].

Pour évaluer les performances de VC OS-ELM par rapport à OS-ELM, des

expériences ont été menées sur deux données hydrométéorologiques de deux sources

d’eau « Englishman River station » et « Stave River Station ».

2.5 Apprentissage et dimensionnement du RNA par

ELM : application sur le réglage de la MPC

Dans cette partie, nous appliquerons l’approche ELM pour l’apprentissage et le

dimensionnement qui seront par la suite exploités pour le calcul des paramètres de la

MPC.

2.5.1 Apprentissage du RNA par l’ELM

L’ELM est le nom donné à un réseau de neurones employant les poids synaptiques pour

un algorithme d’apprentissage rapide. Typiquement, au lieu d’optimiser les paramètres

du RNA par un algorithme itératif comme la rétro-propagation [138], l’algorithme d’ELM
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a pour but de faire l’apprentissage d’une seule couche cachée d’un RNA feedforward.

Comme défini précédemment, l’ELM a connu une forte croissance depuis sa découverte

cette méthode permet de faire varier les paramètres du RNA sans itération. A partir d’une

base de données entrée-sortie, l’ELM génère d’une manière aléatoire les données entre la

couche d’entrée et la couche cachée. Ensuite, il calcule analytiquement les poids de sortie

par la méthode des moindres carrés. Malgré un choix aléatoire des poids de la couche

cachée, il a été prouvé que l’ELM est capable de réaliser l’approximation de n’importe

quelle fonction. En raison de sa vitesse et son large spectre d’application, l’ELM a été

utilisé largement au cours de la dernière décennie [85]. La Figure 2.5 présente l’architecture

du RNA pour l’utilisation de l’ELM :

Figure 2.5 – Architecture RNA-ELM

L’algorithme pour former ce réseau est décrit comme suit :

Soit un ensemble de N échantillons (base d’apprentissage) (xi, yj) où xi et yj désignent

respectivement les vecteurs d’entrée et de sortie du RNA. Alors, la sortie du RNA pour

un nombre M de neurones cachés peut être décrit par :

yj =
M∑
i=0
i 6=i0

βif(wixj + bi), j ∈ [1, N ] (2.17)

où f est la fonction d’activation, ωi représente le poids entre la couche d’entrée et la

couche de sortie, bi le biais attribué à chaque neurone de la couche cachée et βi le poids
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de sortie qui lie chaque neurone de la couche cachée à la couche de sortie.

L’équation 2.17 peut être mise sous la forme vectorielle :

Hβ = Y (2.18)

où H est la matrice de sortie de la couche cachée, définie par :

H =



f(w1x1 + b1) ... f(wMx1 + bM)

f(w1x2 + b1) ... f(wMx2 + bM)
...
...

f(w1xN + b1) ... f(wMxN + bM)


(2.19)

et :

β =
[
β1 β2 · · · βM

]T
(2.20)

y =
[
y1 y2 · · · yN

]T
(2.21)

La détermination du vecteur β est faite analytiquement par la résolution de l’erreur

quadratique selon la méthode des moindres carrés.

S = || Hβ − Y ||2 (2.22)

(Hβ − Y )T (Hβ − Y ) = 0 (2.23)

soit alors :

β = (HTH)−1H × Y = H+ × Y (2.24)

où H+ est la pseudo inverse de la matrice H.

En théorie, cet algorithme reste valable pour toute fonction d’activation infiniment

différentiable f(ω, x, b) sigmöıde, gaussienne, sinus, cosinus, exponentielle.... Ainsi, pour

des raisons de calcul inverse des matrices et pour éviter une distorsion des informations,

le nombre de neurones doit être inférieur au nombre des exemples dans la base

d’apprentissage [85]. Le calcul des bi et wi est fait d’une manière aléatoire.

2.5.2 Dimensionnement du RNA par l’ELM

L’approche dite ”Online Sequential Extreme Learning Machine” (OS-ELM), est

inspirée du concept d’apprentissage hors ligne d’ELM. Les données à apprendre peuvent

être présentées d’une façon séquentielle, c’est-à-dire exemple par exemple ou groupe par
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groupe avec une taille variable ou fixe. Une fois l’apprentissage fini, ces exemples sont

supprimés. Comme décrit dans [106], l’algorithme OS-ELM pour le dimensionnement se

présente en deux phase essentielles :

— Phase d’initialisation

-L’apprentissage est initialisé à l’aide d’un nombre d’exemples bien définis. Soit N0

le nombre initial des exemples, qui doit être plus grand que le nombre de neurones

de la couche cachée.

-Initialisation des paramètres aléatoires du RNA (wi et bi).

-Calcul de la matrice initiale de sortie du RNA H0 = [f(wi, xj, bi)] où i est le

nombre de neurones et j représente le nombre des exemples.

-Calcul du vecteur poids entre les couches d’entrée et cachée.

β0 = (HT
0 H0)−1H0 ∗ Y0 = P0H

T
0 Y0 (2.25)

avec :

P = P0H
T
0 Y0, K0 = HT

0 H0 = P−1 (2.26)

— Phase d’apprentissage séquentiel

Pour un nombre d’exemples définis par k+1,Nk+1 représente les nouveaux exemples

qui arriveront par la suite.

-Calcul de la nouvelle matrice de sortie Hk+1.

-Mise à jour des poids de sortie selon l’équation :

βk+1 = βk +K−1
k+1 ∗H

T
k+1(Yk+1 −Hk+1β

k) (2.27)

avec :

Kk+1 = Kk +HT
k+1Hk+1 (2.28)

La complexité de la problématique réside dans la base de données d’apprentissage

qui devient de plus en plus grande alors que le nombre de neurones de la couche

cachée reste fixe. Donc, un premier algorithme est nécessaire pour trouver le nombre

de neurones pour la base de données initiale (dimensionnement hors ligne). Ensuite,

un autre algorithme est requis pour faire varier le nombre de neurones vis-à-vis les

données qui arrivent par la suite (dimensionnement en ligne).

Une simple boucle « while » avec une condition sur l’erreur quadratique moyenne

permet de rajouter des neurones, mais cela cause un problème de divergence de

l’EQM. Pour éviter la problématique liée à la divergence, un algorithme d’EM-

ELM (Erreur Minimized Extreme Learning Machine) sera employé [61]. Pour
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chaque nouveau neurone rajouté, les poids de sortie sont mis à jour d’une manière

incrémentale évitant ainsi le calcul inverse des matrices.

Soit un ensemble de bases de données d’apprentissage (xi, ti)
N
i=1, la condition sur

l’erreur quadratique EQM est notée ε/. L’algorithme d’EM-ELM est présenté en

deux phases :

— Phase d’initialisation

-Générer aléatoirement les paramètres d’entrées du RNA (w1, b1).

-Calculer la matrice de sortie du RNA (h0) :

h0 = [f(w1, b1, x1), ..., ..., f(w1, b1, xN)] (2.29)

-Calculer l’erreur de prédiction E(h0) :

E(h0) =
∣∣∣∣h0h

+
0 Y − Y

∣∣∣∣ (2.30)

— Phase de récurrence

La phase de récurrence est formulée comme étant un algorithme d’incrémentation

de nombre de neurones dans la couche cachée :

Tant que E(Hj) > ε

-Ajouter un nouveau neurone dans le réseau. Le nombre de neurones dans le réseau

est Lj+1 = Lj + 1 et la matrice de sortie du RNA correspondante est Hj+1 =

[Hj, δhj], où :

δhj = [f(wLj+1, bLj+1, x1), ..., f(wLj+1, bLj+1, xN)]T (2.31)

-Mise à jour du vecteur de poids de sortie β.

Dj =
δhTj (I −HjH

+
j )

δhTj (I −HjH
+
j )δhj

(2.32)

Uj = H+
j −H+

j δhjDj (2.33)

Bj+1 = H+
j+1Y (2.34)

j = j + 1 (2.35)

Fin tant que

Cet algorithme permet donc une mise à jour des poids sans causer de divergence au

niveau de la sortie.
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2.6 Application de l’ELM au réglage de la MPC

L’objectif de cette partie est de montrer l’influence de la taille de la base de données

d’apprentissage et le nombre de neurones de la couche cachée sur les performances et sur

la capacité de généralisation du réseau choisi.

Nous disposons d’une base de données de 12000 éléments constituée à partir d’une

approche de réglage analytique de la MPC [166]. En effet, nous avons choisi aléatoirement

12000 systèmes SISO du premier ordre. Pour chacun de ces systèmes, les paramètres de

réglages seront calculés et les performances obtenues seront relevées en appliquant la loi de

commande. Cette base de données est composée des entrées et sorties qui sont eux même

les entrées et sorties du RNA, nous retrouvons alors : en entrée du réseau les performances

obtenus et en sortie les paramètres de réglage.

Dans cette partie, l’objectif est de comparer dans la phase de test, les résultats obtenus par

l’approche de réglage analytique avec ceux obtenus au moyen du RNA. Cette comparaison

permettra de conclure sur l’efficacité des RNA tout en montrant l’importance du choix de

la structure et de la taille de la base de données d’apprentissage.

En entrée du réseau de neurones, nous avons choisi de mettre les performances qui sont le

temps de montée, l’erreur de poursuite et l’indice de stabilité (sera défini par la suite). En

sortie, nous retrouverons les paramètres de réglage. Dans cette partie, nous nous sommes

intéressés à l’horizon de prédiction et l’horizon de commande, le but étant de montrer

l’influence de la structure du réseau de neurones sur les performances. Dans le chapitre

qui suivra, nous introduirons également le facteur de pondération.

Nous allons commencer par choisir à chaque fois le nombre d’exemples à prendre en

compte dans la phase d’apprentissage et le nombre de tests à effectuer pour voir le

niveau de généralisation. Ensuite, nous montrerons les résultats obtenus pour l’horizon de

prédiction et l’horizon de commande ainsi que le nombre de neurones nécessaires dans la

couche cachée. A chaque phase de test, nous allons comparer les résultats obtenus à l’aide

du RNA aux résultats analytiques dont on dispose obtenus par [166].

2.6.1 Application sur 20 données dans la base d’apprentissage

et 500 tests

Dans un premier temps, nous avons choisi aléatoirement 20 exemples pour la phase

d’apprentissage et avons effectué un test sur 500 nouveaux exemples. La comparaison est

faite avec les données calculées par l’approche de réglage analytique [166]. Les Figures 2.6

et 2.7, représentent les horizons de commande et de prédiction et le niveau de précision

obtenu avec 20 données d’apprentissage.

Les Figures 2.6 et 2.7, montrent que le réseau de neurones n’a pas eu la capacité de
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Figure 2.6 – Horizon de commande pour 20 données et 500 tests
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Figure 2.7 – Horizon de prédiction pour 20 données et 500 tests

s’approcher des valeurs obtenues par la méthode analytique. Ce phénomène est connu sous

le nom de sous-apprentissage. Il se manifeste dans deux cas : soit la base d’apprentissage
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n’est pas assez suffisante, soit le nombre de neurones n’est pas en adéquation avec le

nombre de données dans la base.

Les Figures 2.8 et 2.9, représentent respectivement l’erreur quadratique moyenne et le

nombre de neurones obtenus pour cette base d’apprentissage par la méthode d’OS-ELM,

en fonction du nombre d’itérations :

1 2 3 4 5 6 7 8 9 10

Nombre d'iterations
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Précision=2.5066

Figure 2.8 – Erreur quadratique moyenne pour 20 données

On constate qu’avec l’augmentation du nombre de neurones, l’EQM converge vers une

valeur finale qui n’est pas la même dans la phase de test. On a pu identifier également

que le nombre de neurones continue à augmenter sans cesse. Par contre, l’EQM reste

toujours élevée en dépassant un seuil de 2. Cela s’explique du fait que le phénomène de

sous-apprentissage est causé par le nombre de neurones insuffisant et également le nombre

d’exemples insuffisant pris en compte dans la phase d’apprentissage.

2.6.2 40 données dans la base d’apprentissage et 500 tests

Dans cette partie, nous allons élargir le nombre de données dans la phase

d’apprentissage en passant de 20 exemples à 40 exemples pour voir l’influence de ce

changement sur l’EQM entre l’approche par RNA et la méthode analytique.

Les Figures 2.10 et 2.11, représentent les horizons de commande et de prédiction et le

niveau de précision obtenu avec 40 données d’apprentissage.

Avec plus de données dans la base de données d’apprentissage, l’erreur entre les
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Figure 2.9 – Nombre de neurones de la couche cachée en fonction du nombre d’itérations
pour 20 données
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Figure 2.10 – Horizon de commande pour 40 données et 500 tests

résultats analytiques et les résultats obtenus au moyen des RNA est moins élevée, comme
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Figure 2.11 – Horizon de prédiction pour 40 données et 500 tests

on peut le constater clairement sur les Figures 2.10 et 2.11, où la courbe rouge du RNA

et la courbe noire des valeurs obtenues analytiquement sont quasiment superposées.

Les Figures 2.12 et 2.13, représentent respectivement l’erreur quadratique moyenne et le

nombre de neurones obtenus pour une base d’apprentissage de 40 exemples et un test sur

500 éléments.

Ces résultats montrent qu’à chaque augmentation de l’EQM, le RNA s’adapte

en rajoutant un nouveau neurone dans la couche cachée jusqu’à la fin de la phase

d’apprentissage pour minimiser cette erreur. Au niveau de la précision, on a pu remarquer

clairement que le RNA obtient une généralisation adéquate en la comparant à celle obtenue

par la Figure 2.8 avec une erreur de précision de ”2.58”. Nous pouvons également conclure

que le phénomène de sous-apprentissage était dû au nombre de données insuffisant.

2.6.3 300 données dans la base d’apprentissage et 500 tests

Afin d’éviter le phénomène de sous-apprentissage et d’obtenir une meilleure

généralisation par le RNA, et une meilleure précision sur les valeurs prédites tout

en évitant le phénomène de sur-apprentissage, nous avons élargi la base de donnée

d’apprentissage en injectant 300 données dans cette base et effectué un test sur 500

éléments.

L’algorithme de dimensionnement automatique a été lancer en parallèle pour trouver le
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Figure 2.12 – Erreur quadratique moyenne pour 40 données
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Figure 2.13 – Nombre de neurones de la couche cachée en fonction du nombre d’itérations
pour 40 données

nombre exact de neurones sans distorsion d’informations et sans une quantité de neurones
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excessive qui sera coûteuse en terme calculatoire. Les Figures, 2.14 et 2.15, représentent

les deux horizons de commande et de prédiction et le niveau de précision obtenu avec 300

exemples d’apprentissage.
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Figure 2.14 – Horizon de commande pour 300 données et 500 tests

A partir de ces figures, on constate que le réseau de neurones a pu finalement obtenir

des résultats pertinents. Le RNA a réussi la prédiction de 500 données dans la phase de

test qui ne sont pas présentes dans la base d’apprentissage et donc avec 300 éléments,

nous avons un RNA synthétisé avec une meilleure généralisation. Les deux erreurs de

prédiction sur les deux horizons sont de l’ordre de 3 ∗ 10−3 et 1 ∗ 10−3. Les courbes qui

représentent les résultats obtenus par la méthode analytique et le RNA sont superposées

avec une erreur quasiment nulle.

Les deux Figures 2.16 et 2.17 représentent respectivement l’erreur quadratique

moyenne et le nombre de neurones obtenus pour une base d’apprentissage de 300.

Les deux Figures 2.16 et 2.17 montrent que la méthode proposée pour le

dimensionnement automatique est efficace. Nous avons pu observer qu’à partir de

60 données le réseau de neurones avait déjà réussi à obtenir une meilleure généralisation

sur les données avec une EQM inférieure à 10−3 (critère à ne pas dépasser pour rajouter

des neurones).

A environ 170 données, l’algorithme a rajouté quatre nouveaux neurones. Cela est dû au

fait que l’erreur quadratique a dépassé le seuil fixé à 10−3.
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Figure 2.15 – Horizon de prédiction pour 300 données et 500 tests
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Figure 2.16 – Erreur quadratique moyenne pour 300 données

Afin de synthétiser les résultats obtenus, le tableau 2.1 indique les performances
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Figure 2.17 – Nombre de neurones de la couche cachée en fonction du nombre d’itérations
pour 300 données

obtenues par l’approche analytique et celle basée sur les RNA avec en entrée les

performances désirées (Indice De stabilité : IDS, le Temps de montée : TM, et l’Erreur

de poursuite cumulée : ERR cum) et en sortie les deux paramètres que nous souhaitons

calculer qui sont l’horizon de commande et l’horizon de prédiction.

Tableau 2.1 – Comparaison des performances

Performances Horizon de prédiction Horizon de commande
IDS TM Err cml RNA Analytique RNA Analytique

0.1215 16.9652 6.6526 29.9998 30 1 1
0.1130 18.3346 6.9991 29.9998 40 1 1
0.1056 19.7006 7.3487 59.9996 60 1 1
0.1037 20.0601 7.4442 69.9998 70 1 1
0.1327 5.1732 5.3918 2.9986 3 2 2
0.2304 5.2804 4.7899 4.9987 5 2 2

Les résultats obtenus sont en adéquation avec les courbes présentées précédemment

où les deux courbes (analytique et par RNA) sont superposées, ce qui prouve que la base

de donnée d’apprentissage du réseau de neurones et le nombre de neurones obtenus par

l’OS-ELM sont bien établis.

Les valeurs obtenues sont quasi similaires entre l’approche analytique et l’approche
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neuronal avec une erreur inférieure à 10−3.

2.7 Conclusion

Dans ce deuxième chapitre, la définition, le principe de fonctionnement et l’historique

des ont été présentés. Ensuite, un état de l’art sur les approches d’apprentissage qui

constituent une étape clé dans la formation d’un RNA a été détaillé.

Nous avons également dressé un état de l’art sur les approches de dimensionnement

des RNA qui permettent de définir la structure optimale du réseau. L’objectif était

d’identifier les différents problèmes causés par le RNA comme le sur-apprentissage et

le sous-apprentissage.

Par ailleurs et dans ce contexte, une solution efficace qui permet de dimensionner

automatiquement un RNA en utilisant une approche en ligne OS-ELM a été élaborée.

L’OS-ELM est connu pour son temps de calcul assez faible par rapport aux autres

algorithmes comme la rétro propagation. L’initialisation des paramètres du RNA est

aléatoire. Ensuite, les poids synaptiques entre la couche cachée et la couche de sortie

sont calculés automatiquement et d’une manière incrémentale.

Pour montrer l’efficacité de l’algorithme proposé, une application au calcul de deux

paramètres de réglage de la MPC (horizons de commande et prédiction) a été effectuée. La

comparaison est faite entre les résultats obtenus par l’approche analytique (pré-données)

et les résultats obtenus par l’approche neuronale. On a pu constater que les résultats sont

quasi-similaires avec une EQM inférieure à 10−3, ce qui a permis de valider l’approche en

montrant également l’influence de la taille de la base de données d’apprentissage et du

nombre de neurones dans la couche cachée.

Dans le chapitre suivant nous présenterons en détails l’approche proposée pour le calcul

des paramètres de réglage de la MPC.
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3.4 Application en simulation de l’approche proposée . . . . . . . 62

47



Chapitre 3. Proposition d’une approche de réglage de la commande prédictive par RNA
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3.4.0.3 Application numérique sur un système MIMO retardé 70
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Chapitre 3. Proposition d’une approche de réglage de la commande prédictive par RNA

3.1 Introduction

Dans le premier chapitre, la problématique liée au réglage de la commande prédictive

et les motivations qui ont conduit à la synthèse de cette loi de commande optimale ont

été exposées. Le deuxième chapitre a porté sur la présentation des réseaux de neurones

artificiels qui constituent la piste que nous explorons comme outils de réglage de la MPC.

Nous avons également proposé un algorithme qui permet, en plus de faire l’apprentissage,

de déterminer la structure optimale du RNA en fonction de nombre de données stockées

dans la base d’apprentissage du réseau.

Dans ce chapitre, une approche originale pour le réglage de la commande prédictive basée

sur des RNA sera présentée. L’objectif est de montrer que cette approche permet d’assurer

la stabilité optimale du système et qu’elle est applicable sur différents systèmes (SISO,

MIMO) quelque soit leurs complexité.

Dans un premier temps, la formulation mathématique de la loi de commande à base

d’état en absence de contraintes, puis avec contraintes sera exposée. Dans un deuxième

temps, nous présenterons la stratégie de réglage basée sur les RNA. Plusieurs critères de

performances seront ensuite considérés pour faire une étude comparative avec d’autre

approches de réglage identifiées dans la littérature. Cette comparaison permettra de

montrer l’intérêt de la méthode proposée.

Finalement, pour clôturer ce troisième chapitre, une application numérique de l’approche

proposée sur différents systèmes SISO et MIMO avec et sans retard, sera présentée.

3.2 Formulation mathématique de la commande

prédictive

Dans cette partie, la formulation mathématique à temps discret de la commande

prédictive à base d’état avec et sans contraintes est présentée.

3.2.1 Représentation d’état augmentée à temps discret

Soit un système linéaire multivariable représenté par le modèle d’état à temps discret

suivant :

xm(k + 1) = Amxm(k) +Bmu(k)
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(3.1)

y(k) = Cmxm(k) (3.2)

où y ∈ Rnout est la sortie du système, u ∈ Rnin le vecteur de commande et x est le vecteur

d’état de dimensions (n1 × 1). k est un entier naturel positif. Dans (3.1), Am, Bm et

Cm sont respectivement les matrices d’état, de commande et d’observation de dimensions

respectives (n1 × n1), (n1 × nin) et (nout × n1) avec :

— nin : nombre d’entrées

— nout : nombre de sorties

— n1 : nombre d’états

Pour la suite, le modèle augmenté du système sera considéré. Ainsi, en considérant les

différences :

∆xm(k) = xm(k)− xm(k − 1) (3.3)

∆u(k) = u(k)− u(k − 1) (3.4)

l’équation 3.1 devient :

∆xm(k + 1) = Am(xm(k)− xm(k − 1)) +Bm(u(k)− u(k − 1))

= Am∆xm(k) +Bm∆u(k).
(3.5)

Soit ainsi le nouveau vecteur d’état x(k) défini par :

x(k) =

[
∆xm(k)

y(k)

]
. (3.6)

Par ailleurs, l’équation 3.2 devient :

y(k + 1)− y(k) = Cm(xm(k + 1)− xm(k)) (3.7)

= Cm∆xm(k + 1) (3.8)

= CmAm∆xm(k) + CmBm∆u(k) (3.9)

Les équations (3.5) et (3.6) constituent la représentation d’état augmentée d’un modèle

multivariable à temps discret :
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x(k + 1) = Ax(k) +B∆u(k) (3.10)

y(k) = Cx(k) (3.11)

avec :

x(k+1)︷ ︸︸ ︷[
∆xm(k + 1)

y(k + 1)

]
=

A︷ ︸︸ ︷[
Am 0Tm

CmAm I(nout×nout)

] x(k)︷ ︸︸ ︷[
∆xm(k)

y(k)

]
+

B︷ ︸︸ ︷[
Bm

CmBm

]
∆u(k) (3.12)

y(k) =

C︷ ︸︸ ︷[
0m I(nout×nout)

] [∆xm(k)

y(k)

]
(3.13)

Par l’indice T nous désignons la transposée d’une matrice quelconque et I est la matrice

identité. Dans (3.13), 0m est une matrice nulle de dimension nout × n1. Admettons que

netat = n1 +nout, le triplet (A,B,C) de dimensions respectivement netat×netat, netat×nin
et nout × netat constitue le modèle augmenté discret invariant dans le temps du système

MIMO considéré. L’intérêt du modèle d’état augmenté est d’intégrer l’action intégral dans

la fonction coût.

3.2.2 Formulation de la commande prédictive à base d’état en

absence de contraintes

Comme hypothèse, nous supposons que le système est observable et commandable.

Le vecteur de l’incrément de commande ∆U de dimensions (1× ninNc) est défini par :

∆U =
[
∆u(k)T ∆u(k + 1)T · · · ∆u(k +Nc − 1)T

]T
. (3.14)

Les vecteurs de la sortie désirée Ydes et de la sortie prédite Ŷ sont définis comme suit :

Ydes =
[
ydes(k + 1)T ydes(k + 2)T · · · ydes(k +Np)

T
]T

;

Ŷ =
[
ŷ(k + 1 | k)T ŷ(k + 2 | k)T · · · ŷ(k +Np | k)T

]T
.

La synthèse du contrôleur prédictif passe par une première étape de définition de la

fonction coût J à minimiser :

J = (Ydes − Ŷ )T (Ydes − Ŷ ) + ∆UT R̄∆U (3.15)
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où R̄ est une matrice carrée de dimensions (ninNc × ninNc) définie par :

R̄ =


λ1 0 · · · 0

0 λ2
...

...
... · · · . . . 0

0 · · · 0 λninNc

 (3.16)

En se basant sur le modèle d’état augmenté (A,B,C), il est possible de calculer la séquence

future du vecteur d’état selon la récurrence suivante [172] :

x(k + 1 | k) = Ax(k) +B∆u(k);

x(k + 2 | k) = Ax(k + 1 | k) +B∆u(k + 1);

= A2x(k) + AB∆u(k) +B∆u(k + 1);

...

x(k +Np | k) = ANpx(k) + ANp−1B∆u(k) + ANp−2B∆u(k + 1)

+ · · ·+ ANp−NcB∆u(k +Nc − 1).

A partir du vecteur d’état prédit, en procédant par récurrence, la sortie estimée est alors :

y(k + 1 | k) = CAx(k) + CB∆u(k);

y(k + 2 | k) = CA2x(k) + CAB∆u(k) + CB∆u(k + 1);

y(k + 3 | k) = CA3x(k) + CA2B∆u(k) + CAB∆u(k + 1)

+ CB∆u(k + 2);

...

y(k +Np | k) = CANpx(k) + CANp−1B∆u(k) + CANp−2B∆u(k + 1)

+ · · ·+ CANp−NcB∆u(k +Nc − 1).

La sortie prédite peut être exprimée alors sous la forme matricielle suivante :

Ŷ = Fx(k) + Φ∆U (3.17)
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où F et Φ sont deux matrices de dimensions respectives (noutNp × netat) et

(noutNp × ninNc) définies par :

F =



CA

CA2

CA3

...

CANp


; (3.18)

Φ =



CB 0 0 ... 0

CAB CB 0 ... 0

CA2B CAB CB ... 0
...

CANp−1B CANp−2B CANp−3B ... CANp−NcB


. (3.19)

L’association des équations (3.15) et (3.17) permet d’obtenir la dérivée partielle de J par

rapport à ∆U qui peut être écrite comme suit :

∂J

∂∆U
= −2ΦT (Ydes − Fx(k)) + 2(ΦTΦ + R̄)∆U (3.20)

Afin d’obtenir la loi de commande optimale à appliquer au système, la condition

d’optimalité suivante doit être respectée :

∂J

∂∆U
= 0. (3.21)

Dans le cas où la commande prédictive ne présente pas de contrainte, la séquence de

commande optimale est alors exprimée comme suit :

∆U = (ΦTΦ + R̄)−1ΦT (Ydes − Fx(k)) (3.22)

En appliquant le principe de l’horizon fuyant, seuls les premiers nin éléments du signal de

commande optimale sont appliqués au système :

u(k) = u(k − 1) + ∆u(k) (3.23)

En remplaçant par 3.22 dans 3.23, on obtient :

u(k) = u(k − 1) +

ninNc︷ ︸︸ ︷[
Im 0m · · · 0m

]
(ΦTΦ + R̄)−1ΦT (Ydes − Fx(k)). (3.24)
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Dans 3.24, le vecteur d’état x(k) est requis par le contrôleur prédictif pour construire la

sortie prédite. Lorsque ce vecteur n’est pas accessible, un observateur doit être utilisé pour

l’estimer.

3.2.3 Formulation mathématique de la commande prédictive à

base d’état en présence de contraintes

La présence des contraintes dans la plupart des systèmes dynamiques rend la synthèse

des lois de commande plus compliquée surtout lors de l’application de ces commandes

sur des systèmes industriels multi-variables non linéaires. Ces contraintes peuvent être de

différentes natures. Dans le monde réel, deux types de contraintes sont distinguées : celles

qui sont imposées par les limitations physiques et celles qui sont présentes afin de garantir

des performances désirées [127].

La capacité à prendre en compte les contraintes est l’un des principaux atouts de la

MPC. Nous allons intégrer ces différentes contraintes dans la formulation de la commande

prédictive dans la partie qui suit.

3.2.3.1 Contraintes sur les entrées de commande

La première catégorie des contraintes que nous considérons est celle sur le signal de

commande U définie par [172] :

Umin ≤ U 6 Umax (3.25)

où Umin et Umax représentent respectivement les valeurs minimale et maximale du signal

de commande.

Chaque variable de commande est spécifiée par :

umin1 ≤ u1 6 umax1

umin2 ≤ u2 6 umax2

...

uminnin
≤ unin

6 umaxnin

Ces contraintes sont généralement applicables aux instants qui suivent, et qui sont
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exprimées par :

U︷ ︸︸ ︷

u(k)

u(k + 1)

u(k + 2)
...

u(k +Nc − 1)


=



I

I

I
...

I


u(k − 1) +



I 0 0 · · · 0

I I 0 · · · 0

I I I · · · 0
...

I I · · · I I



∆U︷ ︸︸ ︷

∆u(k)

∆u(k + 1)

∆u(k + 2)
...

∆u(k +Nc − 1)


(3.26)

3.2.3.2 Contraintes sur les incréments de commande

Les contraintes sur les incréments de commande sont généralement introduites pour

vérifier la saturation du signal de commande face à des bornes de saturation. Elles sont

dites aussi contraintes d’inégalité bien définies.

Soit la variable de commande incrémentale définie par ∆U soumise à des contraintes

d’inégalité :

∆Umin ≤ ∆U 6 ∆Umax (3.27)

où ∆Umin et ∆Umax représentent respectivement les valeurs minimale et maximale de

∆U . Ces bornes sont définies dans le cas des systèmes MIMO par :

∆Umin =
[
∆umin1 ∆umin2 · · · ∆uminnin

]
∆Umax =

[
∆umax1 ∆umax2 · · · ∆umaxnin

]
La définition des incréments des variables de commande est donnée par :

∆umin1 ≤ ∆u1 6 ∆umax1

∆umin2 ≤ ∆u2 6 ∆umax2

...

∆uminnin
≤ ∆unin

6 ∆umaxnin

Afin de pouvoir intégrer les contraintes de saturation dans la formulation mathématique

de la MPC, il faut reformuler ces contraintes sous forme d’un problème d’optimisation.

La résolution se fait par la suite en parallèle avec celle de la loi de commande.
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La double inégalité (3.27) peut être mise sous la forme suivante :

−∆U 6 −∆Umin (3.28)

∆U 6 ∆Umax (3.29)

Ce qui est équivalent également à l’écriture matricielle suivante :[
−I
I

]
∆U ≤

[
−∆Umin

∆Umax

]
(3.30)

3.2.3.3 Contraintes sur les sorties

Dans cette partie, nous allons considérer les contraintes opérationnelles sur les sorties

du système définies par :

Y min ≤ Y 6 Y max (3.31)

où Y min et Y max représentent respectivement les valeurs minimale et maximale acceptables

pour Y . Ces deux contraintes d’inégalité sont définies dans le cadre des systèmes

multivariables par :

Y min =
[
ymin1 ymin2 · · · yminnout

]
Y max =

[
ymax1 ymax2 · · · ymaxnout

]
Ces contraintes peuvent être formulées en fonction de ∆U :

Y min ≤ Fx(k) + Φ∆U 6 Y max (3.32)

L’équation (3.32) peut alors être exprimée comme suit :

−Φ∆U 6 −Y min + Fx(k) (3.33)

Φ∆U 6 Y max − Fx(k) (3.34)

Les formules (3.33) et (3.34) peuvent être écrites sous la forme matricielle :[
−Φ

Φ

]
∆U ≤

[
−Y min + Fx(k)

Y max − Fx(k)

]
. (3.35)
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3.2.3.4 Formulation des contraintes

L’inégalité suivante est établie en combinant les équations (3.30), et (3.35) :

Mcons∆U ≤ γcons, (3.36)

Mcons et γcons sont définies par les matrices suivantes :

Mcons =



−C2

C2

−I
I

−Φ

Φ


, γcons =



−Umin + C1u(k − 1)

Umax − C1u(k − 1)

−∆Umin

∆Umax

−Y min + Fx(k)

Y max − Fx(k)


. (3.37)

La prise en compte des contraintes peut être formulée comme étant un problème

d’optimisation.

3.3 Stratégie de réglage des paramètres de la MPC

basée sur des RNA

Dans cette partie, une explication détaillée de l’algorithme proposé pour le calcul des

paramètres de réglage de la commande prédictive (λ, Nc, Np) sera présentée, en se basant

sur une approche complètement originale par RNA.

Dans un premier temps, la définition de la structure et de ses entrées et sorties du RNA

sera détaillée.

Dans un deuxième temps, et afin de pouvoir utiliser correctement le RNA la problématique

de construction d’une base d’apprentissage se pose automatiquement. Pour remédier à

ce problème, la construction de cette base de données est faite avec l’utilisation d’une

approche de réglage méta-heuristique basée sur un algorithme d’optimisation par essaim

de particules dit ”PSO” (Particle Swarm Optimisation).

3.3.1 Structure du RNA

Dans cette section, nous allons définir les entrées et les sorties du réseau de neurones

qui sera considéré pour l’élaboration de cet algorithme.
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3.3.1.1 Les entrées du RNA

En entrée du réseau de neurones, quatre paramètres qui constituent également les

performances recherchées pour le système seront introduits :

— Le temps de montée (en anglais Rise Time ou RT) entre 10% et 90%.

— Le temps de réponse (en anglais Settling Time ou ST) qui est choisi inférieur à 2%

— Le dépassement (en anglais OVershoot ou OV). Ce critère présente le dépassement

maximal sur les signaux de sortie.

— La moyenne de l’erreur de poursuite (en anglais The Average of The tracking Error

ATE où MTE). Ce critère est utilisé pour évaluer la précision du système à chaque

pas d’échantillonage.

3.3.1.2 Les sorties du RNA

L’objectif principal de nos travaux de recherche réside dans la détermination des

paramètres de réglage de la MPC en se basant sur un RNA ; donc en sortie du réseau

de neurones, nous retrouvons les trois paramètres de réglage :

— Horizon de commande ou de contrôle Nc,

— Horizon de prédiction Np,

— facteur de pondération λ.

Au final, notre réseau de neurones se comportera comme une fonction mathématique avec

des entrées définies et des sorties à calculer à partir de cette fonction. La structure du

RNA est donc définie par le schéma de la Figure 3.1 :

Figure 3.1 – Structure du RNA

3.3.2 Construction de la base de données d’apprentissage du

RNA par PSO

Pour pourvoir utiliser un RNA dans la synthèse d’un contrôleur prédictif robuste et à

complexité réduite en vue d’une implémentation pratique, la construction d’une base de

données d’apprentissage adéquate constitue notre principale préoccupation.

Cette partie est consacrée à la présentation d’une approche de réglage et d’optimisation,
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qui permettra de construire cette base de données nécessaire au RNA. Nous nous

intéressons à un algorithme méta-heuristique connu pour sa résolution des problèmes de

commande reformulés comme des problèmes d’optimisation non linéaire sous contraintes.

L’algorithme que nous proposons est basé sur une technique d’optimisation par essaim

de particules PSO (Particle Swarm Optimisation). Cette technique facilitera le calcul des

paramètres de réglage de la MPC qui seront alors considérés comme sorties de la base de

données d’apprentissage.

3.3.2.1 Principe de formulation mathématique du PSO

L’algorithme PSO est un algorithme méta-heuristique à population de recherche

globale proposé par [43] [55] [56] [146].

L’algorithme PSO est inspiré du comportement social des animaux évoluant en essaim

comme les bancs de poissons et les groupes d’oiseaux. L’échange d’informations et

la coopération entre les individus permettent la résolution de plusieurs problèmes

d’optimisation complexes [68] [149]. Cette technique a suscité un intérêt remarquable

dans divers domaines de l’ingénierie et de recherche récents, précisément celui du contrôle

des processus industriels [32] [64].

Considérons un espace de recherche de dimension D, la i-ème particule de l’essaim de

taille Npop, est modélisée par un vecteur de position xin = (xi,1n , x
i,2
n , ..., x

i,D
n ) et un vecteur

de vitesse vin = (vi,1n , v
i,2
n , ..., v

i,D
n ). En évaluant la fonction objectif à ce point, la qualité

de la position pourra être connue.

Au début de l’algorithme, toutes les particules de l’essaim sont initialisées aléatoirement

dans l’espace de recherche D. Puis, à chaque itération n, le vecteur de position et le vecteur

de vitesse sont mis à jour respectivement à partir des deux équations de mouvement 3.38

et 3.39 [32] :

xin+1 = xin + vin+1 (3.38)

vin+1 = wvin + c1r
i
1,n(pin − xin) + c2r

i
2,n(pgn − xgn) (3.39)

où w représente le coefficient d’inertie, c1 et c2 respectivement les coefficients d’accélération

cognitif et social, ri1,n et ri2,n deux nombres aléatoires de l’intervalle [0,1]. A chaque itération

n, pin représente la meilleure position obtenue de la i-ème particule et pgn la meilleure

position trouvée dans l’ensemble de l’essaim.

A chaque déplacement, les nouvelles positions des particules sont évaluées par les deux

équations 3.38 et 3.39. La Figure 3.2 représente la procédure graphique du mouvement

d’une particule dans un espace de recherche à deux dimensions.

Afin d’éviter que des particules ne sortent de l’espace de recherche D défini, il faut
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Figure 3.2 – Évolution de la position d’une particule dans l’espace

impérativement imposer des contraintes dites de confinement sur les variables de décision :

xjmin ≤ xi,jn ≤ xjmax (3.40)

où i ∈ [1, Npop], j ∈ [1, D] et n ∈ [1, Niter] représentent respectivement les indices de la

particule dans l’essaim, les composantes du vecteur des variables de décision et toutes les

itérations de l’algorithme.

A ce propos, la technique la plus simple consiste à ne pas évaluer la nouvelle position de la

particule. Néanmoins, il faut introduire dans l’algorithme PSO standard des mécanismes

de confinement. Le principe consiste à dire que, si une particule sort de l’espace de

recherche, il faut la ramener au point le plus proche dans cet espace et modifier ensuite

sa vitesse.

D’un point de vue analytique, lorsqu’une particule de coordonnée xi,jn du vecteur de

position, sort de l’intervalle [xjmin, x
j
max], le mécanisme de confinement introduit consiste

à lui attribuer la valeur du point de frontière le plus proche. Il convient de modifier les

équations de mouvement précédentes en remplaçant, pour chaque particule, l’équation

3.38 par l’équation 3.41 :

xi,jn = min{max(xni, j + vi,jn , xminj), xjmax} (3.41)

La vitesse d’une telle particule vi,jn est soit annulée soit remplacée par l’opposée pondérée

défini par un poids µ, vi,jn comme présenter dans 3.42 :

vi,jn = −µvi,jn , 0 ≤ µ ≤ 1 (3.42)
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Au départ, les algorithmes PSO ont été formulés pour des problèmes d’optimisation sans

contraintes. Les approches basées sur les techniques de pénalisation sont les plus adoptées

[32]. Dans ce travail, nous utiliserons la technique de pénalité statique extérieure définie

par :

φ(x) = f(x) + Σncon
j=1 ∧j max[0, gj(x)]2 (3.43)

où ∧j et ncon représentent respectivement le coefficient de pénalité correspondant à la

j-ème contrainte de type inégalité et le nombre total de ces contraintes, f(.) la fonction

coût du problème contraint et gj(.) les contraintes de type inégalité.

Afin de pouvoir implémenter cet algorithme par PSO en langage de programmation

(MATLAB, C,...), nous adoptons l’algorithme 1 suivant :

où n représente l’itération courante et Niter le nombre maximale d’itérations, wmax et

Algorithm 1 PSO

1: Définition des paramètres de contrôle de l’algorithme : Npop, c1, c2 et Niter

2: Initialisation aléatoire des Npop positions xi0 et vitesses vi0 des particules dans l’essaim.

Évaluation de cette population initiale et détermination de pi0 et pg0
3: Incrémentation de l’indice des itérations n et application, pour chaque particule, des

équations du mouvement 3.38 et 3.44.
4: Évaluation de la fonction coût à minimiser φin = φ(xin) :

— si φin ≤ lbestin alors lbestin = φin et pin = xin
— si φin ≤ gbestin alors gbestin = φin et pgn = xin
lbestin = φin et gbestin = φin représentant respectivement les meilleures performances

de la i-ème particule et de l’ensemble de l’essaim.
5: Si le critère d’arrêt est satisfait (nombre max d’itérations ou autre). l’algorithme

s’arrête avec la solution x∗ = argmin{φ(xin),∀i, n}. Sinon, retour à l’étape 3.

wmin sont respectivement les valeurs maximale et minimale du coefficient w.

Le facteur d’inertie w contrôle l’influence de la direction de la particule sur le déplacement

futur. Les valeurs minimale et maximale du facteur d’inertie sont fixées dans [56] à

wmin = 0.4 et wmax = 0.9. Ensuite, la nouvelle équation de mouvement liée à la vitesse

devient :

vin+1 = wvin + c1r
i
1,n(pin − xin) + c2r

i
2,n(pgn − xgn) (3.44)

3.3.2.2 Formulation du problème de réglage de la MPC par PSO

L’objectif de cette partie est de formuler la problématique de réglage de la commande

prédictive sous la forme d’un problème d’optimisation sous contraintes opérationnelles.

La résolution de ce problème va se faire en se basant sur la PSO.

Le réglage des trois paramètres de la MPC (Nc, Np, λ) est formulé comme étant un
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problème d’optimisation défini comme suit [27] :

Minimiserf(x, t);

x = Np, Nc, λ;

sous− contraintes :

g1(x) = Nc −Np ≤ 0

g2(x) = λ ≥ 0

où f(.) est la fonction objectif du problème, gj(.) représente les contraintes d’inégalité, et

x = (Np, Nc, λ) ∈ Rm est le vecteur de décision.

La fonction coût du problème défini précédemment est donnée par l’équation 3.45 :

fi(x, t) =

∫ +∞

0

t(ei(x, t) + u2
i (x, t)dt (3.45)

où ui(t) représente le signal de commande du contrôleur prédictif et ei(x, t) est l’écart

entre la référence et la sortie du système à contrôler.

Pour pouvoir construire la base de données d’apprentissage nécessaire au RNA, nous

utiliserons le PSO pour le calcul des paramètres de réglage. Pour chaque système, nous

relèverons les performances obtenues en comparant la sortie réelle et la sortie désirée. Ces

performances seront introduites en entrée du RNA et les paramètres de réglage en sortie.

Cette procédure sera répétée pour toute classe de système (SISO, MIMO, avec et sans

retard...).

3.4 Application en simulation de l’approche proposée

L’objectif de cette partie est de montrer l’efficacité de l’approche proposée basée sur

un RNA en l’appliquant sur différentes classes de systèmes.

Dans cette section, trois applications numériques seront présentées : la première concerne

le contrôle d’un système SISO du 2nd ordre, la deuxième un système SISO retardé, et

finalement la troisième sur système multi-variable retardé.

Afin de pouvoir appliquer un RNA pour le calcul des paramètres de réglage et juste

après la construction de la base de donnée d’apprentissage par PSO et l’utilisation de

l’algorithme d’apprentissage en ligne par OS-ELM, la stratégie de commande proposée

pour la simulation est donnée par la Figure 3.3 :

L’objectif est de montrer l’efficacité de l’approche basée sur un RNA. Dans ce sens, nous

allons établir une étude comparative entre des approches de réglage de la MPC existantes

dans la littérature et celle que nous proposons. Les critères de performances que nous

avons choisi pour mener cette comparaison sont les suivants :
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Figure 3.3 – Stratégie de réglage de la commande prédictive par RNA

1. L’indice de stabilité (en anglais Stability Degree Index ou SDI) : Ce

critère permet d’évaluer la stabilité du procédé en boucle fermée (BF). Il est défini

à partir de la différence entre le rayon du cercle unité et le module du pôle de la

fonction de transfert le plus éloigné du centre du cercle [115] :

SDI(k) = 1−max
(
|p1| , |p2| , · · · , |pAN

|
)
, (3.46)

où {p1, p2, · · · , pAN
} représente les valeurs propres de la matrice d’état du système

en boucle fermée Acl définie par :

Acl = A−BKmpc (3.47)

Le système sera stable en boucle fermée si est seulement si son SDI appartient à

l’intervalle ]0, 1[. Le système sera considéré en limite de stabilité si le SDI prend

une valeur nulle. De même, il sera considéré instable si le SDI devient strictement

négatif. .

2. Le temps de montée (en anglais Rise Time ou RT) : il est choisi entre 10%

et 90%.

3. Le temps de réponse (en anglais Settling Time ou ST) : il est choisi inférieur

à 2%.

4. Le dépassement (en anglais OVershoot ou OV) : Ce critère présente le

dépassement maximal sur les signaux de sortie.
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5. La moyenne de l’erreur de poursuite ou MTE : Ce critère est utilisé pour

évaluer la précision du système à chaque pas d’échantillonnage.

3.4.0.1 Application numérique à un système SISO

— Description du système

Le système considéré est un moteur électrique avec une transmission flexible soumis

à une inertie de charge [54].

Ce moteur électrique est modélisé par une fonction de transfert du second ordre

donnée par l’équation 3.48 :

Z(s) =
ΩM(s)

VM(s)
=

Kn

Jns2 + fns+ Cn
(3.48)

avec : 
Kn = 2 Nm.rad/s/V;

fn = 0.006 Nm.rad/s;

Jn = 0.002 kg.m2;

Cn = 2 Nm.

où VM est l’entrée du système qui représente la tension (en V) appliquée au moteur.

ΩM la sortie du système est la vitesse angulaire du moteur (en rad/s).

La pulsation naturelle wn et le facteur d’amortissement ξ de ce moteur sont donnés

par :

wn =

√
Cn
Jn

= 31.623 rad/s, ξ =
fn

2wnJn
= 0.4741.

Avec une période d’échantillonnage Ts = 5 ms, la fonction de transfert du système

(3.48) en temps discret est donnée par l’équation (3.49) :

G(z) =
Ω(z)

V (z)
=

0.01241z + 0.11235

z2 − 1.96z + 0.9851
(3.49)

le modèle d’état discret équivalent du système est :

Am =

[
1.9604 −0.9851

1.000 0

]
;Bm =

[
1

0

]
;Cm =

[
0.0124 0.0123

]
.

Le signal de commande du système est soumis à des contraintes d’inégalité linéaire :

Umin ≤ U ≤ Umax; (3.50)
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Avec : {
Umin = −5V;

Umax = +5V.

— Résultats de simulation

Afin de montrer la pertinence de l’approche par RNA, nous proposons de la

comparer avec deux autres approches :

1. Approche de réglage heuristique des paramètres de la MPC [54] (Dumur 2000).

2. Approche de réglage analytique des paramètres de la MPC [166] (Turki 2017).

Les valeurs de paramètres de réglage déterminées selon les approche de [54], de [166]

et de notre approche, ainsi que la période d’échantillonage utilisée sont regroupées

dans le Tableau 3.1 :

Tableau 3.1 – Paramètres de la MPC utilisés en simulation pour le moteur électrique
SISO

Ts(s) Nc Np λ
Dumur2000 0.05 1 8 0.42
Turki 2017 0.05 2 10 0.02
Approche Proposée 0.05 4 39 5.00

Les résultats de simulation obtenus à partir de ces trois approches sont présentés

dans les Figures 3.4 et 3.5. La Figure 3.4 représente la comparaison entre les sorties

réelles des trois approches et la sortie désirée. La Figure 3.5 représente les trois

signaux de commande obtenus pour chaque approche afin de commander le moteur.

Le tableau 3.2 regroupant les performances obtenues permet de comparer ces trois

approches :

L’examen des résultats observés sur les Figures 3.4 et 3.5 et le Tableau 3.2

Tableau 3.2 – Comparaison des performances de la MPC

Dumur2000 Turki 2017 Approche Proposée
OV(%) 23 16 0.1
RT(s) 0.29 0.26 0.41
ST(s) 0.69 0.61 0.47
MTE 0.670 0.480 0.009
SDI 0.183 0.219 0.536

met en évidence la pertinence des performances obtenues par notre approche. En

particulier, l’approche proposée permet d’obtenir les meilleures performances en

termes de dépassement qui est quasiment nul. Ce critère est important dans les

applications industriels car il peut causer un dysfonctionnement des actionneurs et
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Figure 3.4 – Sortie du moteur en fonction du temps
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Figure 3.5 – Signaux de commande en fonction du temps

réduire leurs durée de vie.

En outre, la réponse la plus rapide est attribuée à notre approche, comme indiqué

dans le tableau 3.2 où le temps de réponse le moins important est donné par
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l’approche par RNA [80].

Il est important de noter que l’erreur de poursuite la plus faible est également

obtenue par notre méthode. Ce qui permet de conclure que l’approche la plus

précise est celle que nous proposons.

Nous avons effectué également une comparaison du SDI, qui permet d’évaluer le

degré de stabilité des sorties en BF. En effet plus le SDI est proche de l’unité, plus

le système est stable en BF. Le SDI que nous avons obtenu par notre approche est

le plus proche de l’unité en le comparant avec les deux autres méthodes.

Finalement, l’approche proposée permet d’obtenir le meilleur compromis entre

précision, stabilité et rapidité, ce qui permet de conclure que les meilleurs

paramètres de réglage sont donné par l’approche basée sur les réseaux de neurones.

3.4.0.2 Application numérique à un système SISO retardé

Dans cette partie, l’approche proposée à base de RNA est appliquée en simulation

pour contrôler un système du premier ordre avec retard FOPDT (First Order Plus Dead

Time). L’objectif dans cette partie est de montrer qu’un bon réglage des paramètres du

contrôleur prédictif permet un rejet du retard sans avoir à reconstruire une autre base

d’apprentissage mais seulement en se réfèrant à la base de données déjà construite pour

les systèmes SISO.

Les performances obtenues seront comparées avec celles de deux autres approches pour

montrer l’efficacité de la MPC réglé par le RNA.

— Description du système

Plusieurs systèmes dans la littérature peuvent être approximés par des systèmes

avec retard [31]. Le système que nous avons considéré est modélisé par la fonction

de transfert définie par [142] :

G(s) =
1

1 + 0.5s
e−s (3.51)

Nous avons considéré également pour ce système que le signal de commande est

soumis aux contraintes d’inégalité suivantes :

{
Umin = 0V;

Umax = 2.5V.

— Résultats de simulation

Une comparaison entre l’approche neuronale et deux autres approches recensées qui

lient le réglage de la commande prédictive et les systèmes retardés sera présenté
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dans cette partie [148] et [91].

Chacune de ces approches de réglage propose une méthode différente de calcul des

paramètres de la MPC :

1. Approche de réglage analytique des paramètres de la MPC (Schridar et Cooper

1996) [148] .

2. Approche de réglage heuristique des paramètres de la MPC à base d’ANOVA

(Iglesias et Sunjuan 2016) [91] .

Les méthodes de calcul des paramètres de réglage proposées par (Schridar et Cooper

1996) et (Iglesias et Sunjuan 2016) sont données dans le tableau 3.3 :

Gfopdt(s) =
Kfopdte

−θfopdts

τfopdts+ 1
(3.52)

Tableau 3.3 – Paramètres de réglage de la MPC utilisés en simulation

(Schridar et Cooper
1996) [148]

(Iglesias et Sunjuan
2016) [91]

Nc ∈ N, de 1 à 6 ∈ N, de 1 à 6

Np
5τfopdt
Ts

+
θfopdt
Ts

+ 1
5τfopdt
Ts

+
θfopdt
Ts

+ 1

λ fK2
fopdt 1.631Kfopdt(

θfopdt
τfopdt

)0.4094

Les valeurs des paramètres de réglage déterminées selon les approche de [148], de

[91] et l’approche que nous proposons ainsi que le temps d’échantillonage pour

chaque approche sont regroupées dans le Tableau 3.6 :

Tableau 3.4 – Paramètres de la MPC utilisés en simulation pour un système SISO retardé

Ts(s) Nc Np λ
Schridar et Cooper 1996 0.05 3 61 1.134
Iglesias et Sunjuan 2016 0.05 3 61 2.166
Approche Proposée 0.05 4 39 5.001

Les résultats de simulation obtenus sont présentés dans les Figures 3.6 et 3.7 [81].

La Figure 3.6 représente les signaux de sorties réelles des trois approches et la

référence.

La Figure 3.7 montre les trois signaux de commandes et les contraintes d’inégalité

définies précédemment.

A des fins de comparaison, le Tableau 3.5 regroupe les performances obtenues selon

les trois approches. Les critères considérés restent identiques au cas précédent :

Au regard de l’allure des réponses représentées par les Figure 3.6, 3.7 et des

performances indiquées dans le Tableau 3.5, on arrive à observer clairement
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Figure 3.6 – Sortie du système retardé en fonction du temps
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Figure 3.7 – Signaux de commande en fonction du temps

l’efficacité de l’approche proposée par rapport aux deux autres approches fournies

par la littérature. En effet, on remarque que le temps de réponse le moins élevé est

obtenu avec notre approche, ce qui permet de conclure sur la rapidité à atteindre

69



Chapitre 3. Proposition d’une approche de réglage de la commande prédictive par RNA

Tableau 3.5 – Comparaison des performances de la MPC

Schridar et Cooper 1996 Iglesias et Sunjuan 2016 Approche proposée
OV(%) 11.79 10.55 0.5
RT(s) 1.613 1.654 1.711
ST(s) 2.986 2.762 2.252
MTE 0.192 0.210 0.018
SDI 0.149 0.138 0.498

la valeur finale en régime permanent.

En termes de précision des signaux de sorties, les trois approches mènent à une

erreur de poursuite faible mais celle que nous proposons permet d’aller plus loin

avec une erreur de poursuite quasi nulle. Cette constatation est validée également

par un dépassement dix fois plus faible avec l’approche neuronale par rapport aux

deux approches, heuristique et analytique.

La comparaison des SDI montre que le degré de stabilité le plus élevé est obtenu

avec notre approche et aussi plus proche de l’unité en le comparant aux deux

indices obtenus selon les deux autres méthodes.

Il est important de noter également qu’en allant plus loin en termes de contraintes

sur les signaux de commande l’approche que nous proposons évite la saturation

alors que les deux autres approches saturent avec une contrainte supérieure

Umax = 2.5, ce qui nous permet de dire que la réponse la plus souple est obtenue

par la méthode que nous proposons.

On peut donc conclure que le réglage paramétrique de la commande prédictive par

RNA permet d’obtenir le meilleur compromis entre précision, stabilité et rapidité.

3.4.0.3 Application numérique sur un système MIMO retardé

Dans la partie précédente, nous avons démontré l’efficacité de l’approche par RNA sur

les systèmes mono-variables (SISO non retardé et SISO retardé). L’objectif dans cette

partie est de montrer que l’approche que nous proposons est applicable sur n’importe

quel système y compris les systèmes multivariables qu’ils soient à retard ou non.

Afin de pouvoir appliquer la méthode sur les systèmes multivariables, nous avons

construit une nouvelle base de données d’apprentissage des systèmes MIMO avec deux

entrées et deux sorties. La taille de cette base d’apprentissage est la même que celle

utilisée pour les systèmes SISO.

Ensuite, pour conclure sur la pertinence de l’approche neuronale, nous allons faire une

comparaison avec une autre approche issue de la littérature et qui traite la problématique

du réglage de la commande prédictive des systèmes MIMO.
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— Description du système

Le système considéré est un système multivariable avec deux entrées et deux

sorties modélisé par une fonction de transfert sous la forme matricielle définie par

l’équation 3.53 :

G(s) =

[
1.5e−2s

3s+1
0.6e−3s

2s+1

0.6e−3s

2s+1
1.5e−2s

3s+1

]
(3.53)

— Résultats de simulation

Afin de montrer la pertinence de la méthode proposée, nous avons décidé d’effectuer

une comparaison avec une approche de la littérature qui lie le réglage paramétrique

et les systèmes MIMO retardés.

Cette approche se base sur un calcul heuristique des paramètres du contrôleur

prédictif proposée par (Ebrahimi et al,) est sera notée par la suite ”(Ebrahimi

2015)” [57].

Les valeurs des paramètres de réglage de la MPC utilisées en simulation ainsi que le

temps d’échantillonage considéré pour chaque approche dans la comparaison sont

représentés dans le Tableau 3.6 :

Tableau 3.6 – Paramètres de réglage de la MPC pour le système (3.53)

Ts(s) Nc Np λ1 λ2

Ebrahimi 2015 0.5 13 15 1.690 0.830
Approche proposée 0.5 3 19 4.236 3.951

Les résultats de simulation obtenus sont présentés dans les Figures 3.8, 3.9, 3.10 et

3.11.

La Figure 3.8 représente la première sortie y1 du système selon les deux approches

en fonction du temps. La Figure 3.9 affiche la seconde sortie y2 selon les deux

approches toujours en fonction du temps. Dans les deux Figures 3.10 et 3.11 sont

représentées respectivement l’évolution des signaux de commande de la première

entrée et la seconde entrée selon les deux approches. Les deux tableaux 3.7 et 3.8

représentent respectivement les performances obtenues pour les sorties y1 et y2 :

En observant les résultats de simulation et les performances obtenues, on peut

conclure que :

1. En termes de précision sur les sorties réelles y1 et y2, par rapport à la référence

on remarque que l’erreur de poursuite la moins élevée est obtenue selon notre

approche. On obtient également un dépassement quatre fois plus faible que celui

obtenu par l’approche de (Ebrahimi et al,) [57]. Le dépassement est quasi nul
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Tableau 3.7 – Performances de la sortie y1

Ebrahimi 2015 Approche proposée
OV(%) 2.122 0.443
RT(s) 226.36 227.02
ST(s) 233.20 229.15
MTE 0.079 0.076
SDI 0.3298 0.4620

Tableau 3.8 – Performances de la sortie y2

Ebrahimi 2015 Approche proposée
OV(%) 2.5896 0.9780
RT(s) 53.226 55.051
ST(s) 70.308 65.741
MTE 0.079 0.076
SDI 0.3298 0.4620

0 50 100 150 200 250 300

0

0.2

0.4

0.6

0.8

1

1.2

S
o
r
t
i
e
 
y

1

Référence

Approche proposée

Ebrahimi  2015

50 55 60 65

Temps (s)

0

0.05

0.1

0.15

0.2

0.25

0.3

220 225 230 235 240 245

Temps (s)

0

0.2

0.4

0.6

0.8

1

Figure 3.8 – Sortie y1 en fonction du temps

pour la méthode que nous proposons.

2. Concernant l’évaluation de la stabilité, qui est caractérisée par le SDI, on a pu

remarquer en effectuant une comparaison des deux sorties que le SDI le plus

élevé et le plus proche de l’unité est obtenu par notre approche, ce qui assure

la stabilité en boucle fermée.
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3. L’observation des résultats obtenus en termes de temps de montée et temps de

réponse, nous a permis de constater que la réponse la plus rapide et plus souple

est obtenue selon notre approche. En effet, le temps de réponse pour atteindre

la valeur finale en régime permanent est nettement moins élevé pour l’approche

neuronale par comparaison avec celui obtenu par l’approche heuristique [57].

4. Finalement l’évolution des deux signaux de commande 3.10 et 3.11, permet de

conclure que les signaux de commande les plus fluides sont attribués à notre

approche. Cette dernière permet d’avoir un pic moins élevé par rapport à celui

obtenu par (Ebrahimi et al,).

Par conséquent, nous pourrons conclure qu’avec l’approche que nous proposons on

a réussi à assurer les meilleures performances en termes de stabilité, précision et

rapidité.

3.5 Conclusion

Le travail effectué dans ce chapitre a porté sur la proposition d’une approche de réglage

originale par réseaux de neurones artificiels pour le calcul des paramètres de la commande

prédictive.

Nous avons commencé par rappeler la formulation mathématique à base d’état de la
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commande prédictive en se basant sur le modèle d’état augmenté du système dans les

deux cas, avec et sans contraintes.

Ensuite, nous avons défini la structure du RNA utilisé pour le calcul des paramètres de

réglage en introduisant les entrées et sorties du réseau.

Après avoir établi la structure du RNA, nous avons présenté la stratégie de réglage

proposée. A suivi une étude comparative entre notre méthode différents approches

identifiées dans la littérature.

Cette étude a permis de montrer, d’une part que l’approche proposée est applicable à

différentes catégories de systèmes (SISO avec ou sans retard, MIMO avec ou sans retard),

et que d’autre part, avec la combinaison (Nc, Np, λ) nous arrivons à obtenir le meilleur

compromis entre stabilité, rapidité et précision.

Dans le prochain chapitre, la problématique de la robustesse en performances de

l’approche proposée en présence de perturbations sera abordée, et ensuite comparée avec

des approches de réglage de la commande prédictive robustifiées. L’objectif sera donc de

montrer qu’un bon réglage paramétrique de la MPC permet de rejeter les perturbations

sans avoir recours à des outils de robustificiation.
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commande prédictive . . . . . . . . . . . . . . . . . . . . . . . . 95

4.3.1 Comparaison entre la MPC réglée par RNA et la GPC non
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4.1 Introduction

La synthèse d’une commande prédictive se base principalement sur le modèle du

système à contrôler. Toutefois, la difficulté vient du fait que souvent il n’existe pas de

modèle précis du processus réel, dû à de multiples raisons : informations incomplètes sur

le processus, caractéristiques variant avec le temps ....

C’est pour cette raison que la synthèse des contrôleurs se fait avec des modèles incomplets,

et ensuite ces contrôleurs doivent être insensibles aux incertitudes du système réel et aux

perturbations qui s’appliquent sur ce dernier. En d’autre termes, il est préférable que

le régulateur soit robuste. Un contrôleur sera dit robuste s’il maintient ses propriétés

(stabilité et performances) en présence d’incertitudes ou de perturbations internes ou

externes.

Il existe principalement deux manières pour satisfaire ces demandes : d’une part, la

conception d’une commande adaptative ayant la capacité de modifier ses paramètres de

réglages au cours du temps (en ligne), et d’autre part, par la conception d’un contrôleur

robuste qui permette le rejet de ces perturbations.

L’objectif de ce chapitre est de tester la robustesse en performances de la commande

prédictive en présence de perturbations extérieures et de bruit de mesure. Dans un

premier temps, un état de l’art sur les approches de robustification de la MPC sera

exposé, ces dernières ayant pour objectif de robustifier le contrôleur sans changement

du comportement entré/sortie.

Ensuite, dans un deuxième temps, nous appliquerons ces stratégies de robustification sur

des systèmes LTI (Linear Time Invariant) SISO.

Dans un troisième et dernier temps, nous appliquerons la commande prédictive réglée par

RNA sur des systèmes SISO perturbés afin de montrer sa pertinence et qu’une combinaison

optimale des paramètres de réglage permet le rejet de perturbations sans avoir recours à

des outils de robustification lourd en terme calculatoire.

4.2 État de l’art sur les approches de robustification

de la commande prédictive

Dans cette section, nous présentons un état de l’art sur les approches de robustification

de la commande prédictive. Dans la littérature, les approches de robustification sont

regroupées selon deux grands for esmalismes : le formalisme basé sur la représentation

polynomiale (fonctions de transfert) et le formalisme basé sur la représentation d’état.
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4.2.1 Approches basées sur la représentation polynomiale

La généralisation du formalisme polynomial a été proposée par (D.W Clarke et al,)

en 1987. L’objectif était de développer une nouvelle version de la commande appelée «
Commande Prédictive Généralisée » dite GPC (Generalized Predictive Control). Cette

appellation est née d’une collaboration avec de grands groupes industriels aux États-Unis

et en Europe [45].

La spécificité de la commande prédictive généralisée est de se baser sur le développement

d’un modèle mathématique linéaire.

Le modèle le plus souvent utilisé, dans la pratique, est celui dit CARIMA ( Controlled Auto

Regressive Integrated Moving Average). Ce dernier assure la prédiction du comportement

futur de la dynamique réelle du système. C’est une classe de contrôleurs prédictifs à deux

degrés de liberté [1].

Le modèle CARIMA est donné par l’équation 4.1 :

A(q−1)y(t) = B(q−1)u(t− 1) +
C(q−1)

∆(q−1)
ξ(t) (4.1)

Où u(t), y(t) et ξ(t) représentent respectivement l’entrée, la sortie et la perturbation. ξ(t)

est un signal de moyenne variable. Le polynôme C(q−1) modélise l’influence du bruit sur

le système. L’introduction de ∆(q−1) = 1− q−1 dans le modèle de bruit permet d’ajouter

une action intégrale dans le correcteur afin d’annuler l’erreur statique.

Ce modèle est représenté par la Figure 4.1 :

Figure 4.1 – Modèle CARIMA

Où les fonctions A(q−1), B(q−1), C(q−1) représentent des polynômes définis par l’équation

4.2

Avec :


A(q−1) = 1 + a1q

−1 + ....+ anaq
−na

B(q−1) = b0 + b1q
−1 + ....+ bnb

q−nb

C(q−1) = 1 + c1q
−1 + ....+ cncq

−nc

(4.2)
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L’écriture RST de la GPC est traduite graphiquement par la Figure 4.2. Le contrôleur est à

deux degrés de liberté permettant de séparer la dynamique de régulation de la dynamique

de poursuite [58] : L’équation mathématique du modèle RST est donnée 4.3 :

Figure 4.2 – Structure du régulateur polynomial équivalent

S(q−1)∆u(t) = −R(q−1)y(t) + T (q−1)yref (t+NP ) (4.3)

Avec : 
S(q−1) = C(q−1) + nT1 q

−1

R(q−1) = nT1

T (q−1) = C(q−1)nT1 [q−NP +1 q−NP q−NP−1 . . . 1]T

Pour robustifier la GPC, l’idée a été d’introduire un paramètre Q dans la boucle de

commande[13].

L’introduction de se paramètre est illustrée dans la Figure 4.3 : B0 et A0 représentent

respectivement les valeurs initiales de A et B dans le modèle RST. Le paramètre Q est

utilisé pour rajouter une couche de robustification. Il permet d’introduire un degré de

liberté supplémentaire par rapport au polynôme C (Figure 4.1), ce qui se traduit par

l’accès à un plus grand nombre de correcteurs que ceux atteints avec le polynôme C. C’est

dans ce contexte que plusieurs travaux ont été menés pour la robustification de la GPC :

— Approche SGPC

En 1992 (Kouvaritakis et al,) ont proposé une approche SGPC (Stable generalized

predictive control ) de robustificiation destinée à une classe des contrôleurs mono-

variables pour lesquels la poursuite de la consigne et la robustesse (SISO) sont

assurées avec des marges acceptables [29].

Cette approche permet de retrouver le paramètre Q afin de maximiser la marge de

robustesse en minimisant une norme pondérée et de garantir ainsi la stabilité en
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Figure 4.3 – Régulateur polynomial équivalent

boucle fermée.

La marge de robustesse du système est donc définie par l’équation 4.11 :

Br =

∣∣∣∣Ac(q−1)C(q−1)

A(q−1)R(q−1)

∣∣∣∣ =

∣∣∣∣ 1

U

∣∣∣∣ (4.4)

L’objectif est d’augmenter la robustesse. Donc il faut retrouver le facteur Q tel que
1
U

soit maximisé. En introduisant une pondération W qui permet de pondérer de

façon plus importante les fréquences où les incertitudes du modèle tel que :

minQ
∥∥W (q−1)U(q−1)

∥∥ = minQsupω
∣∣W (ejω)U(ejω)

∣∣ (4.5)

Il faut alors retrouver Q tel que la norme H∞ soit minimisée.

Pour A(q−1) stable, une expression de Qopt est donnée par l’équation 4.16 [29] et[1] :

Qopt =
Qnopt

Qdopt

=
−W (q−1)A(q−1)R0(q−1) + W (1)A(1)R0(1)

Ac(1)

W (q−1)A(q−1)2∆(q−1)
(4.6)

où R0(q−1) est le correcteur initial (pour C = 1).

En revanche d’après (Pedro et al,), le rejet de perturbation est plus lent avec cette

approche [13]. Il est possible de modifier la pondération des fréquences dans la

minimisation du critère, mais le compromis entre le rejet de perturbations et la

robustesse en performance est difficilement géré.

— Approche C-design

Cette approche repose sur un choix simple de C pour les cas où le système est
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stable. Ce choix procure une robustesse équivalente à celle obtenue par l’approche

précédente. Elle a été utilisée par plusieurs auteurs, notamment en 1995 puis en

2003, par (Yoon et al,), (Rodriguez et al,) qui ont utilisé la méthode C-design pour

robustifier la commande prédictive [168] et [13] . En 1995 (Yoon et al,) ont proposé

une nouvelle stratégie de robustification basée sur l’introduction d’un polynôme

noté (C-polynomial ) dans le modèle CARIMA [168].

Le polynôme C proposé est alors :

C(q−1) = A(q−1)(1− βq−1)1−δ(P ) (4.7)

Avec le choix suivant des paramètres de la GPC :

(Nu ≥ n, NP = n et λ = ρ(i) = α−2i ) où n est l’ordre du système décrit par :

n =
q−1B(q−1)

A(q−1)∆(q−1)
(4.8)

— β doit être approximativement de l’ordre du pôle dominant de A .

— δ(P ) représente le degré du polynôme P . Ce polynôme correspond à la définition

de la trajectoire de référence.

Pour une consigne de type échelon, δ(P ) = 0 et λ = constante alors :

C(q−1) = A(q−1)(1− βq−1)

Cette méthode est simple et permet de trouver une marge de robustesse plus grande

que celle de la SGPC. Néanmoins, si le système est instable, le calcul de C n’est

plus valable et il est alors nécessaire de passer au préalable par une autre méthode

comme, par exemple, celle de la SGPC.

Avec cette approche, le compromis entre la robustesse en performances et le rejet

de perturbation est aussi compliqué à obtenir [168].

— Approche Q-design

L’objectif de cette approche est de retrouver le paramètre Q sans dégrader les

performances du système [130]

Considérons l’expression de la marge de robustesse obtenue à partir de l’équation

4.11.

Br =

∣∣∣∣ Ac(q
−1)

A(q−1)R0(q−1)

R0(q−1)

R0(q−1) + ∆A(q−1)Q(q−1)

∣∣∣∣ (4.9)

Dans l’expression 4.9, Ac et A sont fixés en fonction du réglage paramétrique de la

GPC. Il serait possible de robustifier le système en modifiant C
R

, mais le problème

qui se pose est le choix, de la forme de C
R

, car R dépend de C. Pour éviter ce
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problème, l’idée de (P.Ansay et al,) a consisté à choisir un paramètre Q permettant

de découpler les deux parties sous la forme [130] :

Q =
R0

A

M∗

C∗

On a alors :

Br =

∣∣∣∣∣ Ac(q
−1)

A(q−1)R0(q−1)

(
1

1 + ∆(q−1)M∗

C∗

)∣∣∣∣∣ (4.10)

Dans l’expression (4.10), la première partie est donnée par les paramètres GPC

initiale, et la deuxième partie est fixée librement.

Le choix proposé est de considérer 1

1+
∆(q−1)M∗

C∗
comme un filtre passe-haut, afin que

le système devienne ainsi moins sensible aux incertitudes en hautes fréquences.

La structure classiquement définie est donnée par :

1

1 + ∆(q−1)M∗

C∗

=
1− µ1q

−1

(1− µ2)(µ2 − µ1)q−1

Avec : µ1 ≺ 1 et 0 ≺ µ2 ≤ µ1

Par conséquent, 4.10 devient :

Br =

∣∣∣∣( Ac(q
−1)

A(q−1)R0(q−1)

)
1− µ1q

−1

(1− µ1)(µ2 − µ1)q−1

∣∣∣∣ (4.11)

Dans le cas où le système est instable, le choix de Q = R0

A
M∗

C∗
n’est pas possible car

A est instable. La solution est donc de diviser A en deux parties une stable As et

une instable Au sous la forme A = AsAu, et l’on choisit Q sous la forme :

Q =
R0

As
M∗

C∗

Le filtre passe-haut devient un filtre d’ordre plus élevé.

La méthode Q-design, permet de gérer le compromis entre le rejet de perturbation

et la robustesse, et elle peut aussi être appliquée à un système instable.

— Approche par paramétrisation de Youla

La paramétrisation de Youla ou appelée aussi Q− paramtrisation est un outil qui

permet d’établir un lien entre l’ensemble des correcteurs stabilisant un système.

Cette paramétrisation permet de formuler le problème de robustification comme

étant un problème d’optimisation. Cette approche a fait l’objet de plusieurs travaux

de recherches et la détermination du paramètre de Youla varie en fonction des

auteurs [13].

La synthèse de transfert de Youla est formée par un polynôme discret à temps
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variant. Les coefficients de ce polynôme sont obtenus à partir de la résolution d’un

problème d’optimisation quadratique formulé par les spécifications fréquentielles

définies par le cahier des charges.

Pour obtenir le paramètre caractérisant cette approche, il faut définir une structure

de bouclage pour le correcteur initial défini dans la Figure 4.2. La structure

considérée est donnée dans la Figure 4.4 [13] :

Figure 4.4 – Correcteur initial avec la structure du bouclage standard

En utilisant la structure définie dans la Figure (4.4), un paramètre de Youla a

deux degrés de liberté peut être déterminer. L’action intégrale est incluse dans le

modèle du système par : G(q−1) =

(
0

q−1B
∆A

)
et K0(q−1) =

(
T
′

S′
R
′

S′

)
La modification de la représentation donnée par la Figure 4.4, permet de faire

apparâıtre les deux paramètres Q1 et Q2 à l’intérieur du même bloc comme montré

sur la Figure 4.5, ce qui permettra par la suite de déterminer le paramètre de Youla

Q :

La matrice H qui représente la structure globale qui prend en compte les signaux

de perturbation et de bruit est donnée par :
ξ

u

y

 (4.12)

= H


b

d

yref

 (4.13)
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Figure 4.5 – Correcteur GPC à deux degrés de liberté avec paramétrisation de Youla

H =


q−1BR

′

A0Ac
+ q−1B∆A

A0Ac
Q1 − ∆S

′

A0Ac
+ q−1B∆

A0Ac
Q1

A0Acq−NP−q−1BT
′

A0Ac
+ q−1BA0

A0Ac
Q2

− R
′
A

A0Ac
− ∆A2

A0Ac
Q1 − R

′

A0Ac
− ∆A

A0Ac
Q1

T
′
A

A0Ac
− AA0

A0Ac
Q2

− q−1BR
′

A0Ac
− q−1B∆A

A0Ac
Q1

∆S
′

A0Ac
− q−1B∆

A0Ac
Q1

T
′
q−1B
A0Ac

− q−1BA0

A0Ac
Q2



A partir de la Figure 4.5 et de l’expression de H donnée par 4.13, on constate que

le paramètre Q1 modifie les fonctions de transfert associant b(t) et d(t) à ξ(t), u(t)

et y(t).

Par ailleurs, le paramètre Q2 modifie les fonctions de transfert qui relient yref à

ξ(t), u(t) et y(t). Par conséquence, Q1 modifie la dynamique de la boucle fermée,

et Q2 modifie la dynamique de poursuite [152].

Dans cette section, nous avons présenté les différentes approches pour robustifier un

contrôleur GPC. L’organigramme suivant 4.6 résume les étapes de robustifications basées

sur la représentation polynomiale :
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Figure 4.6 – Organigramme proposé pour la robustification de la GPC

4.2.2 Approches basées sur la représentation d’état

Dans cette partie, nous allons effectué un état de l’art sur les approches de

robustification basées sur la représentation d’état. Dans la littérature, on a pu identifier

plusieurs approches de robustification qui sont basées sur la commande prédictive sous

formalisme d’état qui permet une manipulation des systèmes multivariables.

— Approche Min-Max
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La robustification de la MPC par approche min-max repose sur la minimisation de

la fonction coût nominale J . Cette fonction est formulée comme étant un problème

d’optimisation convexe sous contraintes LMI. La commande prédictive est alors

déterminée à base de programmation semi-définie [118] [28] .

Soient J(k) la fonction coût nominale à minimiser qui dépend des paramètres

de réglage de la MPC (λ , Nu et NP ) et V (x(k)) = x(k)TPx(k) , avec P � 0

une fonction quadratique de Lyapunov, V (x(k)) qui majore J(k), et γ sa borne

supérieure telles que :

V (x(k/k)) ≤ γ (4.14)

maxJ(k) ≤ V (x(k/k)) (4.15)

Le problème d’optimisation consiste à retrouver la loi de commande par retour

d’état u(k + i/k) = Fx(k + i/k) avec la résolution du problème LMI suivant :

Soient x(k) = x(k/k) le vecteur d’état du système S mesuré à chaque

pas d’échantillonnage k et les vecteurs umax , ymax les contraintes maximales

respectivement sur la commande et la sortie. Le système est asymptotiquement

stabilisé par un correcteur par retour d’état, avec une minimisation de la

borne supérieure de la fonction coût J(k) sous contraintes si, à chaque pas

d’échantillonnage (k=0,1,. . . ,∞), il existe une matrice symétrique définie positive

Q et une matrice Y représentant les solutions du problème suivant :

minγ (4.16)

Sous [
1 x(k/k)T

x(k/k) Q

]
≥ 0 (4.17)


Q QATj + Y TBT

j QQ
1/2
1 Y TR1/2

AjQ
T +BjY Q 0 0

Q
1/2
1 Q 0 γI 0

R1/2Y 0 0 γI

 ≥ 0 (4.18)

Avec j= 1, 2,...,L [
u2
maxI Y

Y T Q

]
≥ 0 (4.19)

[
y2
maxI C(AjQ

T +BjY )

(AjQ
T +BjY )TCT Q

]
≥ 0 (4.20)
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Une fois le problème LMI précédent résolu (où Q , Y et Q1 sont les inconnus), le

régulateur par retour d’état est donné par :

u(k) = Fxm(k) = Y Q−1xm(k) (4.21)

L’approche de résolution la plus souvent utilisée dans la commande robuste est

celle de H∞ basée soit sur la résolution des deux équations algébriques de Ricatti

ou bien celle basée sur l’approche des LMIs [28].

— Approche par paramétrisation de Youla

L’approche de Youla pour la robustification de la commande prédictive à base

d’état (MPC), a été utilisée comme celle pour la GPC dans plusieurs travaux

de recherches. Le paramètre de robustificiation de Youla permet de modifier la

fonction de sensibilité qui, à son tour, améliore la robustesse, sans avoir à changer

le comportement E/S du processus contrôlé par le correcteur initial.

Cette approche a été proposée par (Stoica et al,) afin de robustifier une loi de

commande prédictive à base d’état appliquée aux systèmes représentés par des

modèles linéaires à temps discret [152]. La Figure 4.7 représente la solution du

problème d’optimisation convexe du paramètre de Youla : Le paramètre de Youla

Figure 4.7 – Structure de la MPC MIMO robustifiée face à des incertitudes non-
structurées additives via le paramètre de Youla [152]

est représenté dans la Figure 4.7 sous la forme d’une représentation d’état. Le

correcteur MPC initial permet de déterminer Fr et K par la représentation d’état
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du modèle augmenté. Wu représente la pondération sur le signal de commande et

∆u un vecteur d’incertitude non structurées additives.

Afin de faciliter l’implémentation industrielle du régulateur robustifié, (Stoica

et al,) ont également conçu une bôıte à outils pour le logiciel MATLAB-TM,

regroupant la technique globale de la robustification de la commande prédictive

en présence de perturbations et d’incertitudes non-structurés qui garantissent les

performances définies initialement par le système nominal [152].

— Approche basée sur l’utilisation du filtrage de Kalman

L’utilisation du Filtre de Kalman a été utilisée pour l’estimation de l’état dans

le processus perturbé par le calcul d’un polynôme T dans la conception. Cette

approche a pour objectif d’introduire une description complètement nouvelle des

contrôleurs prédictifs à base de modèle (MPC) dans la représentation d’état [111]

et et [9].

.

A partir des différents approches et comme déjà présentées pour la robustification

basée sur la représentation polynomiale, l’organigramme 4.8 présente les étapes de

robustification d’un contrôleur prédictif basé sur la représentation d’état :
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Figure 4.8 – Organigramme proposé pour la robustification de la MPC

4.2.3 Synthèse comparative des approches de robustification de

la commande prédictive

Dans cette partie, une étude comparative des différentes approches identifiées dans

la littérature sera présentée. L’objectif est de choisir l’approche qui sera utilisée en

combinaison avec l’approche proposée tout en identifiant les avantages et limites de chaque

approche.

— Système considéré
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Le systèmes considéré est LTI (Linear Time Invariant) SISO [1][168], utilisé à

plusieurs reprises dans la littérature portant sur la commande prédictive. Ce

système développé par (A.Debbeh et al,) est représenté par une fonction de

transfert du troisième ordre donné par l’équation 4.22 :

Y (s)

U(s)
=

225

s3 + 3.4s2 + 227.4s+ 225
(4.22)

Pour une période d’échantillonnage de Te = 0.1s , on obtient :{
A0 = 1− 1.039z−1 + 0.9079z−2 − 0.7118z−3

B0 = 0.03084 + 0.1005z−1 + 0.02595z−2

}
(4.23)

Les paramètres considérés pour le réglage de la GPC sont : NP = 5 , Nu = 1 et

λ = 1 [1].

Le correcteur sous la forme polynomiale RST équivalent de la GPC initiale que

l’on note R0, S0, T0 est donné par 4.24 [28] :
R0 = 2.85− 2.073z−1

S0 = 1

T0 = 0.2133 + 0.1917z−1 + 0.1653z−2 + 0.1293z−3 + 0.07697z−4

 (4.24)

— Test des différentes approches de robustification en absence de

perturbations

La réponse indicielle de ce système avec un correcteur initial C(q−1) = 1 sans

recours à des outils de robustification est donnée par la Figure 4.9 :

On remarque clairement que la sortie du système représenté par la Figure 4.9 est

oscillante en régime permanent.

Dans ce qui suit, nous allons robustifier le correcteur initialement définit du GPC

par les approches de robustifications afin de dresser une étude comparative entre

ces approches. L’objectif étant de déterminer le paramètre Q de la Figure 4.3.

Le Tableau 4.1 donne le paramètre Q de chaque approche et qui sera utilisé par la

suite en simulation pour comparer les quatre approches SGPC, C-design, Q-design

et Youla :
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Figure 4.9 – Réponses indicielles du système avec GPC primaire

Approches polynomiales Paramètres Paramètre de robustification Q

SGPC W = 1−0.8q−1

0.2
Qopt = −3.33+4.96q−1−1.87q−2

(1−0.8q−1)(1−0.9q−1)2

C-design β = 0.8 Qopt = M
C

= −3.345+2.077q−1

(1−0.8q−1)(1−0.9q−1)

Q-design µ1 = 0.8 µ2 = 0.6 Q = −2.12+1.56
(1−0.8q−1)(1−0.9q−1)

Youla µ1 = 0.9 µ2 = 0.7 As = 1 Q = −2.204+1.626q−1

1−1.6q−1+0.63q−2

Tableau 4.1 – Paramètre Q de robustification.

Pour conclure sur l’efficacité de chacune de ces approches, nous allons commencer

par tracer le diagramme de gain (en dB) de la marge de robustesse (voir Figure

4.10) :

Les meilleures marges de robustesse sont obtenues avec les approches C-design et

SGPC puisqu’en hautes fréquences, elles prennent des valeurs de gain de 20dB et

33dB respectivement.

Après avoir testé les différentes approches de robustification, nous allons, par la

suite, les appliquer sur le système initialement défini par l’équation 4.22.

La Figure 4.11 représente la réponse indicielle du système en absence de
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Figure 4.10 – Marges de robustesse Br pour les différentes méthodes.

perturbation :

Figure 4.11 – Réponse indicielle du système en absence de perturbations

A partir de la Figure 4.9, nous avons montré que la réponse indicielle du système

sans outil de robustification était oscillante suite à la dynamique négligée du

système.

En analysant la Figure 4.11, nous observons que la réponse indicielle du système

avec le correcteur robustifié par les différentes approches n’est plus oscillante.

Concernant le signal de commande représenté dans la Figure 4.12, nous remarquons

également une réponse des signaux de commande plus lisse avec les commandes

robustifiées :
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Figure 4.12 – Signaux de commande du système en absence de perturbation

Nous remarquons aussi que les oscillations sont atténuées par la robustification.

— Test des différentes approches de robustification en présence de

perturbations

Dans cette partie, nous allons examiner l’impact de la robustification sur la

dynamique de la boucle fermée en présence de perturbations. C’est dans ce sens que

nous effectuons les simulations sur le système avec un échelon en entrée appliqué à

l’instant t = 2s et une perturbation d(t) de type échelon d’amplitude 0.1 appliquée

à partir de t = 7s comme présenté dans la Figure 4.13.

La Figure 4.13 représente la sortie du système en présence de perturbations avec

le correcteur initial et les différents correcteurs robustifiés.

D’après cette figure, nous observons que les différentes approches de robustifications

permettent le rejet de la perturbation injectée par comparaison avec le correcteur

initial non robustifié qui, lui conduit à une réponse oscillante en régime permanent.

Nous constatons également une légère différence entre les approches de

robustification, notamment au niveau de la rapidité à rejeter la perturbation.

L’approche SGPC est la plus lente avec un temps de rejet de ∆t1 = 6s, suivie par

l’approche C-design avec un temps de ∆t2 = 3.5s. A l’aide des approches Youla

et Q-design le rejet de perturbations est beaucoup plus rapide avec des valeurs

presque similaires ∆t3 = ∆t4 = 2.5s.

La Figure 4.14 représente les signaux de commande appliqués au système en

présence de perturbations avec le correcteur initial et les différents régulateurs
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Figure 4.13 – Réponses indicielles avec correcteur robustifié en présence des perturbations.

robustifiés :

Figure 4.14 – Évolution des signaux de commande en présence de perturbations

Concernant les signaux de commande présentés dans la Figure 4.14, nous observons

qu’avec toutes les approches de robustification le signal de commande ne présente

plus d’oscillation. La seul différence se situe au niveau de l’amplitude des

ocsillations, qui est plus faible avec les approches de Youla et Q design avec une

valeur de 0.34u.a ensuite C-design 0.43u.a et suivi finalement par SGPC avec une
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amplitude de 0.58u.a.

En comparant les performances obtenues par les quatre approches de

robustification, nous avons pu remarquer que l’approche de Youla et celle par Q-

design permettent un rejet de perturbations plus rapide et une amplitude du signal

de commande plus faible, et donc des performances quasi similaires et nettement

supérieures à celles obtenues par les deux autres approches (C-design et SGPC).

Donc notre choix s’est porté sur l’approche de Youla qui est plus simple en termes

de calculs et plus performante.

Dans la partie qui suit l’approche de Youla sera considéré comme outil de référence

pour la robustification de la commande prédictive.

4.3 Influence des paramètres de réglage sur la

robustesse de la commande prédictive

L’objectif de cette partie est de montrer l’importance et le rôle que joue le réglage

paramétrique de la commande prédictive sur le rejet de perturbations. Nous allons

considérer dans cette partie l’approche par paramétrisation de Youla pour robustifier la

MPC par RNA.

4.3.1 Comparaison entre la MPC réglée par RNA et la GPC

non robustifiées

Pour montrer l’influence des paramètres de réglage sur le rejet de perturbations, nous

allons commencer par faire une comparaison entre deux approches non robustifiées : une

MPC réglée par RNA et la GPC initiale.

Le système considéré en simulation est le même que celui défini précédemment par

l’équation 4.23.

Les paramètres de réglage considérés en simulation sont donnés par :

— pour la GPC initiale [1] : NP = 5 , Nu = 1 et λ = 1.

— pour la MPC réglée par RNA : NP = 23 , Nc = 12 et λ = 4, 7918

Dans cette simulation, nous avons injectée également un bruit de mesure à l’instant t = 14s

comme présenté dans la Figure 4.13, en plus de la perturbation d(t) injecté à l’instant

t = 7s . Ce bruit de mesure b(t) est un bruit blanc avec une variance de 0, 025.

Dans la Figure 4.15, on observe la comparaison de la sortie du système en présence de la

perturbation et du bruit de mesure sans robustification de la loi de commande :

La Figure 4.16 montre l’évolution des signaux de commande appliqués au système en
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Figure 4.15 – Sortie du système en fonction du temps

présence de la perturbation et du bruit de mesure sans robustification : la comparaison
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Figure 4.16 – Signaux de commande en fonction du temps

des deux courbes dans les deux Figures 4.15 et 4.16 montre clairement qu’avec l’approche

proposée, on arrive à avoir des meilleures performances. Précisément, en termes de rejet

de perturbation à l’instant t = 7s, et une atténuation du bruit à l’instant t = 14s, en

comparaison avec l’approche basée sur la GPC à son tour ne permet pas le rejet de

perturbation et ainsi qu’une atténuation du bruit quasi inexistante [83].

A partir de ces deux figures, le rôle du réglage paramétrique de la commande prédictive
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est clairement mis en avant. Ce réglage optimale permet le rejet de perturbation sans avoir

recours à des outils de robustificiation, qui peuvent certes améliorer les performances mais

ces outils sont lourds en terme calculatoire.

Dans la partie qui suit, nous allons faire une comparaison entre l’approche MPC réglée

par RNA robustifiée par la paramétrisation de Youla et celle de la GPC robustifiée par la

même approche et on ferra également une comparaison en performances afin de montrer

l’intérêt de la robustification.

4.3.2 Comparaison entre la MPC réglée par RNA et la GPC

avec robustification

L’objectif de cette partie est de montrer l’impact du réglage de la commande prédictive

en effectuant une comparaison entre : l’approche proposée pour le réglage de la MPC basée

sur un RNA robustifiée et l’approche GPC réglée par une méthode heuristique [152].

L’objectif est d’injecter le paramètre Q de la robustificiation dans la boucle de régulation

pour voir son influence sur le rejet de perturbation et bruit de mesure.

Cette comparaison regroupe trois approches :

— L’approche de (Pedro et al,), en 2003 sera appelée (Pedro 2003) [152] : une GPC

réglée par une méthode heuristique et robustifiée par l’approche de Youla.

— L’approche proposée [80] : une MPC réglée par les RNA et robustifiée par

l’approche de Youla.

— L’approche GPC initiale : une GPC réglée par une méthode heuristique sans

robustification.

Le système considéré en simulation est le même que celui représenté par l’équation 4.22

défini précédemment.

Les paramètres de réglage utilisés en simulation sont les mêmes que ceux utilisés dans la

partie précédente, (pour la GPC avec robustification par [80] (Pedro 2003)) : NP = 5 ,

Nu = 1 et λ = 1, (pour la MPC réglée RNA (Approche proposée)) : NP = 23 , Nc = 12

et λ = 4, 7918.

Les Figures 4.17 et 4.18 représentent respectivement les sorties et les signaux de commande

du système défini par l’équation 4.22 en présence d’une perturbation à l’instant t = 7s et

d’un bruit de mesure à l’instant t = 14s.

Les trois sorties présentées sur les Figures représentent respectivement une GPC sans

robustification, une GPC avec robustification (Pedro 2003) et l’approche proposée avec

robustification. L’objectif derrière cette simulation est de montrer l’influence de la

robustification sur le rejet de perturbations en boucle fermée.

La comparaison entre la MPC réglée par RNA avec et sans robustification sera présentée
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dans la partie suivante. Le Tableau 4.2 dresse une comparaison en performances des trois
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Figure 4.17 – Sorties du système avec robustification
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Figure 4.18 – Signaux de commandes avec robustification

approches.

Les indicateur de performances considérés sont : le temps de montée, le temps de réponse

et le dépassement, comme déjà présentés dans le chapitre précédent auxquels sont ajoutés

deux indicateurs supplémentaires liés au rejet de perturbations sont considérées :

— Le temps d’annulation ou d’atténuation de perturbation (Tap),

— L’énergie de commande maximale (|Umax|)
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Tableau 4.2 – Comparaison des performances

GPC initiale Pedro 2003 Approche proposée

RT (s) 0.6 0.6 1.3

ST (s) 3.8 3.6 3.6

OV (%) 6.3 6.3 0.9

Tap(s) Perturbation non atténuée 2.6 2.1

|Umax| 3.633 1.9608 1.284

Dans le Tableau 4.2, on observe qu’avec l’approche par RNA avec robustification de

meilleures performances sont obtenues par comparaison avec celles obtenues par les deux

autres approches : Le dépassement est quasi nul et un temps nécessaire pour annuler la

perturbation moins élevé. En termes de rapidité, le temps de réponse est quasi similaire

pour les deux approches (Pedro 2003) et l’approche proposée [82].

Dans la partie suivante, une comparaison est effectuée entre la MPC réglée RNA sans

sans robustification et avec robustification par la paramétrisation de Youla.

4.3.3 Comparaison entre la MPC réglée par RNA avec et sans

robustification

Afin d’observer l’influence du réglage paramétrique de la MPC sur le rejet des

perturbations ainsi que l’apport de la robustification, une comparaison dans cette partie

est effectuée entre la MPC réglée par RNA sans robustification et celle robustifiée selon

l’approche de paramétrisation de Youla.

En effet, le but est de montrer qu’un couple des paramètres optimaux (Nc, Np, λ) permet

de rejeter les perturbations sans avoir recours à des outils de robustification.

Le système considéré dans cette comparaison est celui présenté dans l’équation 4.22.

Les paramètres de réglage utilisés en simulation sont les mêmes pour les deux approches :

NP = 23 , Nc = 12 et λ = 4, 7918.

Les sorties et les signaux de commande avec et sans robustification en présence d’une

perturbation à l’instant t = 7s et d’un bruit de mesure à l’instant t = 14s sont représentés

respectivement dans les Figures 4.19 et 4.20 :

Le tableau 4.3 regroupe les résultats obtenus :

Des performances similaires sont observées pour la MPC réglée par RNA qu’elle soit

robustifiée ou non.

A partir des résultats obtenus, on peut tirer la conclusion suivante : l’apport de la

robustesse par paramétrisation de Youla sur l’approche proposée n’est pas significatif.

En plus d’avoir les mêmes résultats, l’approche proposée sans robustification ne demande
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Figure 4.19 – Sorties avec et sans robustification de la MPC en fonction du temps
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Figure 4.20 – Signaux de commande avec et sans robustification de la MPC en fonction
du temps

pas un temps de calcul élevé alors que l’apport de la robustification (calcul du paramètre

Q comme montré dans la première partie du chapitre) est généralement lourd en termes

calculatoires spécialement sur les systèmes multivariables .

Donc un bon réglage du couple des paramètres (Nc, Np, λ) de la MPC dans le cas du

système étudié permet le rejet de perturbation sans rajout de robustification dans la

boucle de régulation.
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Tableau 4.3 – Comparaison des performances

Approche proposée avec robustification Approche proposée sans robustification

RT (s) 2.8 2.8

ST (s) 4.2 4.2

OV (%) 0.9 0.9

Tap(s) 2.2 2.1

|Umax| 1.660 1.584

4.4 Conclusion

Dans ce chapitre, la robustesse de la commande prédictive en présence d’une

perturbation et d’un bruit de mesure a été étudiée.

Dans un premier temps, un état de l’art a été effectué sur les différentes approches de

robustification. Ces approches sont regroupées en deux grandes catégories :

— le formalisme basé sur la représentation polynomiale,

— le formalisme basé sur la représentation d’état.

Dans un deuxième temps, une étude comparative des différentes approches en

simulation a permis d’extraire la méthode la plus efficace sur la classe de systèmes

considérée.

Le choix s’est donc porté sur l’approche par paramétrisation de Youla, cette dernière

reposant sur le rajout d’un paramètre Q dans la boucle de régulation afin de robustifier

le système face aux différents types de perturbations.

Finalement et dans un troisième temps, une comparative a été effectuée sur trois axes :

— Comparaison entre la MPC réglée par RNA et une GPC sans robustification

— Comparaison entre la MPC réglée par RNA et la GPC avec robustification

— Comparaison entre la MPC réglée par RNA avec et sans robustification

Ces différentes comparaisons ont permis de montrer l’influence des paramètres de réglages

sur la robustesse en performances de la commande prédictive en présence de perturbations.

Dans le prochain et dernier chapitre de ce mémoire, l’approche de réglage de la MPC basée

sur les RNA sera appliquée sur un système de drone MIMO non linéaire. Pour ce faire,

une approche de linéarisation des systèmes multivariables non linéaires sera appliquée.

L’objectif sera de montrer que l’approche de réglage par RNA proposée peut être appliquée

aux classes de systèmes SISO retardés ou non, MIMO retardés ou non, et finalement les

systèmes MIMO non linéaires à plusieurs degrés de libertés.
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5.1 Introduction

Dans le chapitre précédent, une application de l’approche de réglage de la MPC basée

sur les RNA sur des systèmes SISO en présence de perturbations a été présentée. Le but

était de montrer que l’approche proposée permet le rejet de ces perturbations sans avoir

recours à des outils de robustification lourds en termes calculatoires.

L’objectif dans ce chapitre est de montrer que l’approche de réglage de la commande

prédictive par RNA peut être étendue et appliquée aux systèmes MIMO non linéaires.

Ainsi, le système considéré dans ce chapitre sera un drone convertible QTW (Quad-

Tilt Wing) non linéaire. En effet, la problématique du contrôle des drones est toujours

d’actualité et revient donc à synthétiser une loi de commande qui assure un suivi de

trajectoire des signaux de références.

Dans un premier temps, une présentation des drones QTW sera établie, en commençant

par leur structure mécanique leurs modes du vol, et leur modélisation dynamique. Dans un

deuxième temps, nous établirons le modèle le ”Takagi- Sugeno” (T-S) de ce type de drone.

Cette technique permet d’écrire un système non linéaire sous forme de plusieurs systèmes

linéaires ou quasi linéaires représentant le même comportement du système initial.

Dans un troisième et dernier temps avant de conclure ce chapitre, une application sur un

drone QTW sera présentée afin de valider la stratégie développée pour le réglage de la

MPC.

5.2 Drone convertible ”QTW”

Un drone quadrirotor est défini par une voilure tournante avec quatre rotors pour en

assurer la portance [132] . Le système QTW considéré est équipé de quatre ailes, deux

à l’arrière et deux à l’avant du châssis. Ces ailes peuvent être tournées de la position

horizontale à la position verticale et vice versa.

5.2.1 Structure et modes de vol

Dans la littérature, on peut distinguer trois mouvements du drone QTW en vol : le

roulis, le tangage et le lacet [37].

De ce fait, les modes de fonctionnement de vol des drones QTW sont définis par [25] :

— Vol vertical : ce type de vol repose sur les rotors du drone, il correspond au décollage

et atterrissage vertical.

— Vol stationnaire. Il correspond à un mode de vol intermédiaire qui relie les modes

vertical et horizontal.
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— Vol horizontal : dans ce mode de vol, le drone a le même comportement qu’un

avion où les angles d’inclinaison des rotors et des ailes sont quasi-nuls.

La Figure 5.1 représente l’architecture du drone QTW dans ses différents modes de vol

[25] :

Figure 5.1 – Les modes de vols du drone QTW [37]

5.2.2 Modélisation dynamique des drones QTW

Afin d’établir le modèle dynamique non linéaire du drone, on considère le formalisme

de Newton-Euler établi par (E. Cetinso et al,) [37]. Cette étude est simplifiée en se basant

sur plusieurs hypothèses : la masse de l’aéronef est constante, la force de trâınée pour le

fuselage est négligée et la considération que le foyer aérodynamique et le centre de gravité

sont juxtaposés.

La configuration du drone considéré est donnée par la Figure 5.2 :

Dans cette figure on distingue deux repères :

— Le repère inertiel fixe, noté RRRi (Oi, xi, yi, zi), supposé galiléen avec zi pointé vers le

centre terrestre.

— Le repère lié au corps du véhicule, noté RRRb (Ob, xb, yb, zb), dont l’origine cöıncide

avec le centre de gravité et où xb est l’axe longitudinal, yb l’axe transversal et zb

l’axe vertical.

Les trois angles d’Euler considérés et relatifs aux mouvements sont respectivement le

roulis, le tangage et le lacet définis par −π/2 ≤ φ ≤ π/2, −π/2 ≤ θ ≤ π/2 et −π ≤ ψ ≤ π.

Les dynamiques de position et d’attitude sont exprimées dans le repère RRRb. Avec

l’utilisation de la formulation de Newton-Euler, la dynamique du drone est décrite par
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Figure 5.2 – Configuration du drone QTW

l’équation 5.1 : (
mIII 0

0 JJJ

)(
ν̇νν

ϑ̇ϑϑ

)
+

(
0

ϑϑϑ ∧ JJJϑϑϑ

)
=

(
FFF t

MMM t

)
(5.1)

où III est la matrice identité, m la masse du drone QTW, JJJ la matrice d’inertie et où FFF t et

MMM t représentent respectivement les forces extérieures et les moments agissant sur le drone

dans le repère RRRb.

En utilisant les équations de mouvement par le formalisme de Newton-Euler, le modèle

dynamique complet du drone convertible QTW est défini par [12] :

mξ̈ξξ = FFF t (5.2)

JJJϑ̇ϑϑ = −MMM t + ϑϑϑ ∧ JJJϑϑϑ (5.3)

où JJJ = diag (Jxx, Jyy, Jzz) est la matrice d’inertie du robot et Jxx, Jyy et Jzz représentent

les inerties respectivement selon les axes x, y et z.

Le modèle dynamique global suivant donné par l’équation 5.4 se compose des deux

mouvements de rotation et translation [12] et [110]. Ce modèle est établi à partir des

équations 5.2 et 5.3 :
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ẍ =
1

m
((cosψcosθcosγ − (cosφsinθcosψ + sinφsinψ) sinγ)u1 + Fa,x)

ÿ =
1

m
((sinψcosθcosγ − (cosφsinθsinψ − sinφcosψ) sinγ)u1 + Fa,y)

z̈ =
1

m
((−sinθcosγ − cosφcosθsinγ)u1 + Fa,z) + g

ṗ =
u2

Jxx
+
Jyy − Jzz
Jxx

qr − Jr
Jxx

qωrsγ +Mφ

q̇ =
u3

Jyy
+
Jzz − Jxx

Jyy
pr +

Jr
Jyy

(psγ + rcγ)ωr +Mθ

ṙ =
u4

Jzz
+
Jxx − Jyy

Jzz
pq − Jr

Jzz
qcγωr +Mψ

(5.4)

où ωr = ω1 − ω2 − ω3 + ω4 est la vitesse angulaire résiduelle des rotors et u1, u2, u3 et u4

les entrées de commande du drone.

Par la suite, le mode considéré sera celui du vol vertical pour simplifier le calcul. Dans ce

mode de vol, le drone convertible QTW se comporte comme un quadri-rotor classique où

les moments et forces aérodynamiques sont négligés. L’équation 5.4 est donc écrite sous

la forme suivante 5.5 :

ẍ =
1

m
(−cosφsinθcosψ − sinφsinψ)u1

ÿ =
1

m
(−cosφsinθsinψ + sinφcosψ)u1

z̈ = − 1

m
cosφcosθu1 + g

ṗ =
u2

Jxx
+
Jyy − Jzz
Jxx

qr − Jr
Jxx

qωr

q̇ =
u3

Jyy
+
Jzz − Jxx

Jyy
pr +

Jr
Jyy

pωr

ṙ =
u4

Jzz
+
Jxx − Jyy

Jzz
pq

(5.5)

Dans la partie qui suit, ce modèle QTW sera linéarisé en utilisant l’approche par

modélisation T-S.

5.3 Modélisation T-S des systèmes non linéaires

La modélisation Takagi-Sugeno dite ”T-S” permet de représenter un système non

linéaire sous la forme de plusieurs sous-modèles linéaires [158], [140]. Ce passage est fait

au moyen d’une linéarisation autour des points de fonctionnement [94] ou en appliquant

l’approche par secteurs non linéaires [128]

L’approche T-S permet la prise en compte du comportement non linéaire des modèles
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dynamiques par des modèles locaux dans les différentes zones de fonctionnement. Le

modèle non linéaire est représenté sous la forme d’une interpolation par des modèles

(LTI) pondérés avec des « fonctions d’appartenance » [156] et [179]

5.3.1 Représentation d’état des modèles T-S

Un système non linéaire peut être représenté sous forme d’un modèle d’état à

paramètres variants donné par l’équation 5.6 :

ẋ (t) = A (θ)x (t) +B (θ)u (t)

ẏ (t) = C (θ)x (t)
(5.6)

où A, B et C représentent les matrices du système et θ le vecteur des variables d̂ıtes

de prémisse. Ces variables dépendent à la fois des entrées de commande u et du vecteur

d’état x du système [84], [104].

Le vecteur θ (appelé aussi vecteur des variables de décision) doit être borné :

θmin ≤ θ ≤ θmax (5.7)

où θmin et θmax représentent respectivement les valeurs minimale et maximale du vecteur

de décision. Le modèle est donc obtenu à travers un nombre fini de sous-modèles LTI

définis par :

ẋ(t) =
∑Nlti

i=1 µi(θ)
(
Ai (x (t))x(t) +Bi (x (t))u(t)

)
y(t) =

∑Nlti

i=1 µi(θ)Ci (x (t))x(t)

où Nlti est le nombre de sous-modèles linéaires, Ai ∈ Rnx×nx , Bi ∈ Rnu×nx et Ci ∈ Rny×nx

des matrices invariantes, et µi(θ) représentent les fonction d’activation du iéme sous-modèle

associé.

Les fonctions d’activation µi(θ) sont non linéaires, et peuvent être de forme triangulaire,

sinusöıdale ou gaussienne. Ces fonctions doivent respecter la propriété de convexité

suivante :
Nlti∑
i=1

µi (θ) = 1 (5.8)

avec

0 ≤ µi (θ)∀ i = 1, 2, ..., Nlti

Les fonctions µi dépendent du vecteur des variables de prémisse θ (t) =

[θ1 (t), θ2 (t), ..., θp (t)] et d’un opérateur de logique. Dans la modélisation T-S, l’opérateur
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considéré est le “Et” comme étant le produit défini par l’équation 5.9 :

µi (θ (t)) =

p∏
j=1

F i
j (θj (t)) (5.9)

où F i
j désigne, pour j ∈ {1, 2, ...p} les fonctions d’appartenance des ensembles flous et

µi (θ (t)) > 0, ∀ t > 0.

La normalisation des sommes pondérées permet d’écrire le modèle T-S général du système

représenté précédemment par 5.6 sous la forme définie par l’équation 5.10 [86] :
ẋ (t) =

Nlti∑
i=1

µi (θ (t))
(
Ai (x (t))x (t) +Bi (x (t))u (t)

)
ẏ (t) =

Nlti∑
i=1

µi (θ (t))
(
Ci (x (t))x (t)

)
, i ∈ 1, ..., Nlti

(5.10)

5.3.2 Obtention du modèle T-S

Il existe plusieurs approches dans la littérature qui permettent d’obtenir le modèle

T-S d’un système non linéaire [129], [22].

Nous avons choisi d’utiliser l’approche par Multi-modèles de secteurs non linéaires [171].

La particularité de cette approche est d’aboutir à une structure T-S qui décrit

parfaitement la dynamique du système étudié. Son avantage réside dans la minimisation

de l’erreur d’approximation en réduisant le nombre de modèles locaux [179].

Le principe de construction est basé sur la Transformation Polytopique Convexe (TPC)

des termes non linéaires [157] dont la définition est la suivante :

Soit θj(x, u) pour j ∈ {1, 2, ..., p}, l’ensemble des fonctions non linéaires sur un domaine

compact D ⊂ Rn1×Rm1 à valeurs dans R avec x ∈ Rn1 et u ∈ Rm1 . Il existe deux fonctions

(v=[1,2]) telles que :

µv : D 7→ [0, 1] (5.11)

(x, u) 7→ µv(x, u) (5.12)

Les fonctions θj(x, u) peuvent être formulées sous la forme convexe suivante :

θ(x, u) = µ1(x, u)θmax + µ2(x, u)θmin (5.13)
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où : 
θmax = max

(x,u)∈D
{θ(x, u)}

θmin = min
(x,u)∈D

{θ(x, u)}
(5.14)

avec :

µ1(x, u) + µ2(x, u) = 1 (5.15)

Les fonctions de pondération µ1 et µ2 sont déterminées par :

µ1 =
θ(x, u)− θmin

θmax − θmin
; µ2 = 1− µ1 =

θmax − θ(x, u)

θmax − θmin
(5.16)

Selon cette approche de construction des modèles T-S, le nombre de modèles locaux

linéaires obtenus est Nlti = 2r, où r est un entier naturel représentant le nombre de

variables de prémisse [8], [128]. Donc, on peut conclure également que le nombre de règles

floues et de termes non linéaires sont liés de manière exponentielle.

Dans ce qui suit nous aborderons la stabilité des systèmes modélisés par l’approche Takagi-

Sugeno.

5.3.3 Stabilité des systèmes T-S

Dans la littérature, il existe plusieurs études sur la stabilité des modèles établis selon

l’approche T-S [88], [52], [24] . L’une des techniques la plus utilisée est celle basée sur

la théorie de Lyapunov. Afin d’assurer la stabilité des systèmes T-S et de garantir des

conditions suffisantes, la formulation des Inégalités Matricielles Linéaires (LMI) sera

employée. Cette formulation est définie par le théorème suivant : [156] :

Soit un modèle T-S autonome (u(t) = 0) donné par :

ẋ(t) =

Nlti∑
i=1

µi(θ)
(
Aix(t)

)
(5.17)

Le système (5.17) est asymptotiquement stable si et seulement s’il existe une matrice P

telle que P = P T > 0 vérifiant les LMIs suivantes pour i ∈ {1, 2, · · · , Nlti} :

ATi P + PAi < 0 (5.18)

�

Soit la fonction de Lyapunov suivante :

V (x(t)) = x(t)TPx(t) (5.19)
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avec P = P T > 0.

Le système (5.10) est stable si :

V̇ (x(t)) = ẋT (t)Px(t) + xT (t)Pẋ(t) < 0 (5.20)

Cette condition est équivalente à :

V̇ (x(t)) = ẋT (t)
(Nlti∑
i=1

µi(θ(t))(A
T
i P + PAi)

)
x(t) < 0 (5.21)

L’interconnexion des sous-modèles stables n’est pas toujours stable. En effet avec un

nombre de sous-modèles élevé, la détermination de la matrice P qui satisfait toutes les Nlti

LMIs reste une problématique scientifique d’actualité. D’après (Takagi et al,), l’utilisation

des fonction de Lyapunov polyquadratiques données par (5.22) permet de résoudre ce

problème avec un minimum de restriction [158], en calculant plusieurs matrices Pi à la

place d’une seule :

V̇ (x(t)) = x(t)T
Nlti∑
i=1

µi(θ(t))
(
Pix(t)

)
(5.22)

Par conséquent, une fonction candidate de Lyapunov non quadratique a été introduite et

définie par l’équation 5.23 :

V (x(t)) = max{V1(x(t)), V2(x(t)), · · · , VNlti
(x(t))} (5.23)

avec :

Vi(x(t)) = x(t)TPix(t), Pi = P T
i > 0, pour i = {1, 2, · · · , Nlti} (5.24)

Le Théorème suivant précise les conditions de stabilité des fonctions de Lyapunov

particulières :

Le modèle T-S autonome (5.17) est stable s’il existe des matrices symétriques et définies

positives Pj et des scalaires strictement positifs τijk tels que :

ATi Pj + PjAi +

Nlti∑
k=1

τijk(Pj − Pk) < 0 (5.25)

avec

{
Pj > 0

τijk > 0
et i, j = {1, 2, · · · , Nlti}.

�

Ces équations qui permettent de conclure sur les conditions de stabilité sont moins
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restrictives mais la résolution du problème est plus compliqué car l’introduction de ces

fonctions quadratiques conduit à l’apparition d’inégalités matricielles unilinéaires [158].

5.4 Modélisation T-S du drone QTW en vol vertical

Afin de simplifier la problématique du contrôle d’un drone convertible QTW, nous

allons considérer un modèle simplifié qui traite le mouvement de rotation du drone en

mode vertical.

5.4.1 Construction du modèle T-S du drone convertible en mode

de vol vertical

Le modèle dynamique des mouvements de rotation en mode vertical est défini par le

système d’équations 5.26 [26] : 

φ̈ =
τφ
Ixx

+
Iyy − Izz
Ixx

θ̇ψ̇

θ̈ =
τθ
Iyy

+
Izz − Ixx
Iyy

φ̇ψ̇

ψ̈ =
τψ
Izz

+
Ixx − Iyy
Izz

φ̇θ̇

(5.26)

où φ, θ et ψ sont respectivement les angles d’attitude du drone (roulis, tangage et lacet),

Ixx, Iyy et Izz désignent les différents moments d’inertie autour des axes x, y et z, et l

la distance entre les rotors et le centre de gravité. Les signaux de commande associés au

système u2;3;4 sont explicitement donnés par l’équation 5.27 :


τφ

τθ

τψ

 =


kl −kl kl −kl
kl kl −kl −kl
kλ −kλ −kλ kλ



ω2

1

ω2
2

ω2
3

ω2
4

 (5.27)

où k représente la portance, λ le rapport entre couple et force et ωi la vitesse angulaire

du i-ème moteur. La représentation d’état du système est donnée par :ẋ = A (x)x+Bu

y = Cx
(5.28)

avec x =
[
φ φ̇ θ θ̇ ψ ψ̇

]T
le vecteur d’état et u = τφ;θ;ψ, les entrées de
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commandes.

Les matrices d’état sont définies par :

A(x) =



0 1 0 0 0 0

0 0 0 0 0 a1θ̇

0 0 0 1 0 0

0 0 0 0 0 a2φ̇

0 0 0 0 0 1

0 0 0 a3θ̇ 0 0


;B =



0 0 0

b1 0 0

0 0 0

0 b2 0

0 0 0

0 0 b3


avec :

a1 =
Iyy − Izz
Ixx

; a2 =
Izz − Ixx
Iyy

; a3 =
Ixx − Iyy
Izz

et :

b1 =
1

Ixx
; b2 =

1

Iyy
; b3 =

1

Izz

En observant la matrice d’état A(x), on distingue deux non-linéarités dues à φ̇ et ψ̇. Le

vecteur de prémisse est donc donné par :

r (x (t)) =
[
φ̇, ψ̇

]
(5.29)

donc la variable de dimension est p = 2

Nous effectuons ensuite l’application de la transformation polytopique convexe,

présentée précédemment, pour chaque variable de prémisse zi (x (t)). La réalisation est

ensuite effectuée pour chacune des variables de prémisse [27]. La répartition en deux

zones permet d’obtenir :

r1 (x (t)) = F 1
0 (z1 (x)) r1 + F 1

1 (r1 (x)) r̄1 (5.30)

r2 (x (t)) = F 2
0 (r2 (x)) r2 + F 2

1 (r2 (x)) r̄2 (5.31)

où : 

F 1
0 =

r̄1 − r1 (x (t))

r̄1 − r1

F 1
1 =

r1 (x (t))− z1

r̄1 − r1

F 2
0 =

r̄2 − r2 (x (t))

r̄2 − r2

F 2
1 =

r2 (x (t))− r2

r̄2 − r2

(5.32)
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avec :

r̄p = max {rp (x (t))} et rp = min {rp (x (t))} , ∀p = 1, 2 (5.33)

Les quatre combinaisons µ1 = F 1
0F

2
0 , µ2 = F 1

0F
2
1 , µ3 = F 1

1F
2
0 et µ4 = F 1

1F
2
1 ,

permettent d’écrire le modèle non linéaire sous la forme de quatre sous-modèles linaires

(z = 2p = 22) en utilisant une inter-connexion par les différentes fonctions d’appartenance

µi, i ∈ {1, 2, 3, 4}. Les matrices d’état des quatres sous-modèles sont données par :

A1 =



0 1 0 0 0 0

0 0 0 0 0 a1r2

0 0 0 1 0 0

0 0 0 0 0 a2r1

0 0 0 0 0 1

0 0 0 a3r2 0 0


A2 =



0 1 0 0 0 0

0 0 0 0 0 a1r̄2

0 0 0 1 0 0

0 0 0 0 0 a2r1

0 0 0 0 0 1

0 0 0 a3r̄2 0 0



A3 =



0 1 0 0 0 0

0 0 0 0 0 a1r2

0 0 0 1 0 0

0 0 0 0 0 a2r̄1

0 0 0 0 0 1

0 0 0 a3r2 0 0


A4 =



0 1 0 0 0 0

0 0 0 0 0 a1r̄2

0 0 0 1 0 0

0 0 0 0 0 a2r̄1

0 0 0 0 0 1

0 0 0 a3r̄2 0 0


tandis que la matrice B reste inchangée car elle ne présente pas de non-linéarité

(constante).

Dans la partie suivante, la validation du modèle T-S obtenu sera abordée.

5.4.2 Validation du modèle

Dans la modélisation des systèmes dynamiques non linéaires, la validation du modèle

T-S obtenu reste une étape clé avant l’application de la commande. Afin de pouvoir valider

le modèle T-S développé dans le cadre de ce travail, nous avons considéré des consignes

différentes. L’objectif est donc d’analyser les erreurs entre les sorties fournies par ces deux

modèles.

Les Figures 5.3 , 5.5 et 5.7 affichent les trois angles de sortie des vols en attitude pour le

modèle non linéaire et le modèle T-S. Ensuite, les trois Figures 5.4, 5.6, 5.8 présentent les

erreurs de poursuite entre le modèle non linéaire et le modèle T-S.

On remarque que les deux modèles (T-S et NL) convergent vers les mêmes valeurs en

régime permanent pour les trois sorties définies par les angles de roulis, de tangage et de

lacet. On observe également que l’erreur est nulle en régime permanent avec une amplitude
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quasi nulle. Sur la base des résultats obtenus pour les sorties et les erreurs de poursuites

des différents angles, on peut conclure que le modèle T-S obtenu est représentatif du

modèle non linéaire.
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Figure 5.3 – Angle de roulis du modèle NL et du modèle TS
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Figure 5.4 – Erreur sur l’angle de roulis
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Figure 5.5 – Angle de tangage du modèle NL et du modèle TS
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Figure 5.6 – Erreur sur l’angle de tangage
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Figure 5.7 – Angle de lacet du modèle NL et du modèle TS
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Figure 5.8 – Erreur sur l’angle de lacet

5.5 Application de la MPC réglée par RNA au drone

QTW

Dans cette partie, un contrôleur MPC réglé par RNA sera synthétisé afin de contrôler

le mouvement de rotation des trois angles du drone en mode de vol vertical.

La Figure 5.9 représente la stratégie de commande proposée qui s’appuie sur les quatre

sous-modèles T-S pour le contrôle du drone :

Le calcul des paramètres de réglage des quatre contrôleurs prédictifs (MPC1, MPC2,

MPC3, MPC4) est effectué au moyen de l’approche par RNA déjà présentée dans les

chapitre précèdent.

Afin de montrer l’efficacité de notre approche, nous effectuerons une comparaison des

résultats avec ceux obtenus selon la méthode de réglage analytique pour les systèmes

MIMO non linéaires proposée par [165].

Les paramètres de réglage calculés selon les deux méthodes sont donnés dans les Tableaux

5.1 et 5.2, pour chacun des quatre sous-modèles obtenus du modèle T-S :

Tableau 5.1 – Valeurs des paramètres des contrôleurs prédictifs pour chaque sous modèle
selon l’approche proposée

Paramètres Sous-modèle 1 Sous-modèle 2 Sous-modèle 3 Sous-modèle 4

Nc 11 17 7 10

Np 34 29 23 21

λ 5 11 10 8

Il est important de noter qu’au niveau des paramètres de réglage obtenus par RNA,

l’horizon de prédiction est moins important avec l’approche neuronale et que donc le temps
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Figure 5.9 – Stratégie de commande proposée

Tableau 5.2 – Valeurs des paramètres des contrôleurs prédictifs pour chaque sous-modèle
selon l’approche analytique (Turki 2018) [165]

Paramètres Sous-modèle 1 Sous-modèle 2 Sous-modèle 3 Sous-modèle 4

Nc 32 28 4 10

Np 43 39 42 19

λ 8 16 18 9

de calcul en simulation sera moins élevé.

Les résultats de simulation obtenus sur le modèle T-S en comparant les deux approches

sont présentés dans les Figures 5.10, 5.11 et 5.12.

La Figure 5.10 montre l’évolution de l’altitude des angles de roulis, de tangage, et de lacet

en fonction du temps.

La Figure 5.11 montre l’évolution de la sortie désirée (où la référence), avec l’évolution

des signaux de sortie des vitesses angulaires et de la vitesse linéaire.

Les signaux de commande en fonction du temps sont représenté dans la Figure 5.12.

D’après les résultats obtenus sur les Figures 5.10, 5.11 et 5.12, on constate clairement

l’efficacité de l’approche de réglage de la commande prédictive par RNA sur le suivi du

trajectoire des systèmes multi-variables.

Pour les trois sorties, l’approche proposée permet d’obtenir de meilleures performances

117



Chapitre 5. Application de la MPC réglée par RNA sur un drone QTW
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Figure 5.10 – Évolution des sorties d’attitudes et d’altitude en fonction du temps

sur quatre des cinq critères considérés.

En effet, en termes de précision, on remarque que l’erreur de poursuite entre les différents

signaux de sorties et la consigne est moindre avec l’approche proposée. L’observation des

résultats de simulation permet également de conclure sur le dépassement qui est quasi-nul.

Le constat est le même pour le temps mis à atteindre la valeur finale en régime permanent :

l’approche neuronale affiche un temps de réponse moindre et donc une sortie plus rapide.

En termes de stabilité, les signaux de sorties obtenus par les deux approches sont stables,

mais celle que nous proposons permet d’aller plus loin avec un indice de stabilité plus

proche de 1, et donc par conséquent une meilleure stabilité en boucle fermée.

Au niveau des signaux de commande obtenus au moyen de la MPC, la méthode de réglage

par RNA permet d’obtenir l’amplitude la moins élevée qui se traduit par des commandes

plus souples.

Afin de confirmer cette constatation, une comparaison en performances entre les deux
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Figure 5.11 – Évolution des sorties angulaires et linéaire en fonction du temps

approches est détaillée dans les Tableaux 5.3, 5.4 et 5.5. Les indicateurs de performances

considérés sont ceux déjà considérés pour les précédentes applications.

Les tableaux ci-dessous compare les performances d’une sortie donnée ( Angle de roulis,

de tangage et de lacet) :

Tableau 5.3 – Comparaison des performances relatives à l’angle de roulis

Turki 2018 Approche proposée

RT (s) 45.03 45.09

ST (s) 48.25 52.78

OV (%) 3.8 0.1

MTE (s) 2.9 1.3

IDS 0.340 0.762
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Figure 5.12 – Signaux de commande en fonction du temps

Tableau 5.4 – Comparaison des performances relatives à l’angle de tangage

Turki 2018 Approche proposée

RT (s) 21 21.96

ST (s) 24.26 23.89

OV (%) 2.7 0.1

MTE (s) 1.8 1.2

IDS 0.640 0.739

Les résultats présentés dans ces tableaux confirment la constatation tirée à partir de

l’observation des simulations numériques des sorties du drone convertible QTW.

Par conséquent, nous pouvons conclure que l’approche de réglage par RNA de la

commande prédictive proposée permet d’atteindre le meilleur compromis en terme de

précision, de stabilité optimale du système en boucle fermée, de stabilité numérique et de
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Tableau 5.5 – Comparaison des performances relatives à l’angle de lacet

Turki 2018 Approche proposée

RT (s) 1.40 2.13

ST (s) 4.26 3.68

OV (%) 1.4 0

MTE (s) 3.2 2.7

IDS 0.580 0.657

rapidité.
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5.6 Conclusion

Dans ce chapitre, nous avons commencé par présenter les drones convertibles de type

QTW, leurs modes de vol ainsi qu’un modèle dynamique non linéaire global issu de la

littérature.

Un modèle T-S représentatif du drone durant un vol vertical a ensuite été établi.

Ce modèle T-S a permis de développer quatre contrôleurs prédictifs s’appuyant chacun

sur l’un de ses sous-modèles.

Après la détermination des sous-modèles linéaires, l’approche de réglage par RNA a

été appliquée pour calculer les paramètres de réglages des quatre contrôleurs.

Afin d’évaluer la pertinence de l’approche de réglage proposée, une comparaison avec les

résultats obtenus par une méthode analytique a été effectué. Cette comparaison en faveur

de l’approche proposée montre que cette dernière est applicable sur n’importe quelle classe

des systèmes (SISO, SISO retardé, MIMO, MIMO retardé, et MIMO non linéaire pour

lesquels un modèle T-S peut être établi).
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Les travaux de recherche menés durant cette thèse ont porté sur la problématique du

réglage paramétrique de la commande prédictive par une approche complètement originale

basée sur les réseaux de neurones artificiels.

L’approche proposée permet de synthétiser un contrôleur prédictif auto-adaptatif

applicable sur des systèmes SISO et MIMO linéaires en présence et en absence de

perturbations quelque soit leur ordre, ainsi que sur des systèmes non linéaires décrits

par un modèle T-S, tout en respectant l’hypothèse que les différents systèmes considérés

sont commandables et observables.

L’originalité de l’approche réside dans l’utilisation des réseaux de neurones artificiels

considérés comme l’un des outils le plus utilisé en intelligence artificielle. Le RNA a permis

de faire une généralisation de l’approche sur plusieurs classes de systèmes.

A travers les différentes applications, nous avons prouvé que l’approche proposée possède

plusieurs avantages :

— La prise en compte des contraintes.

— La garantie de la stabilité en boucle fermée.

— Le rejet de perturbations.

— La prise en compte des variations paramétriques.

— La garantie du suivi de trajectoire avec une erreur de poursuite minimale et un

dépassement quasi nul.

Dans le premier chapitre de ce mémoire, nous avons introduit la commande prédictive,

son principe de fonctionnement et son historique d’utilisation. Ensuite, un état de l’art

sur les différentes approches de réglage de la MPC existantes dans la littérature a été

effectué afin de déterminer le besoin actuel et les différentes limites à surmonter.

Le deuxième chapitre a porté sur les RNA, en commençant par présenter leur principe de

fonctionnement, et l’historique de leurs utilisations. Ensuite, un état de l’art synthétique

a été mené sur les stratégies d’apprentissage et de dimensionnement des RNA. Dans ce

même chapitre, la proposition d’une approche d’apprentissage et de dimensionnement en

ligne (OS-ELM) a été présentée. Nous avons, par la suite, appliqué l’OS-ELM sur des

systèmes SISO afin de montrer sa pertinence.

123



Conclusion générale et perspectives

Dans le troisième chapitre, nous avons présenté l’approche proposée de réglage de la MPC

par RNA, en commençant par la formulation mathématique de la commande prédictive

à base d’état. Puis, nous nous somme appuyés sur l’approche PSO pour la construction

de la base de données d’apprentissage et l’OS-ELM pour l’apprentissage et la définition

de la structure optimale du RNA. Afin de montrer la pertinence de l’approche proposée,

nous avons sélectionné des critères de performances et effectuer une comparaison entre

notre méthode et des approches existantes pour différents systèmes (SISO, MIMO avec

et sans retard).

L’objectif du chapitre quatre est de tester la robustesse en performances de la MPC en

présence de perturbations et de bruits de mesure. Le chapitre a été introduit avec un état

de l’art des approches de robustifications de la commande prédictive afin de robustifier

le contrôleur sans changer le comportement d’entrée/sortie. Nous avons ensuite effectué

une étude comparative de ces approches afin de choisir la méthode la plus robuste en

terme de performances. Le choix a porté sur l’approche de robustification de YOULA.

Finalement, l’approche proposée a été appliquée sur des systèmes perturbés pour prouver

qu’une combinaison des paramètres de réglage permettant le rejet des perturbations sans

avoir recours à des outils de robustification.

Dans le cinquième et dernier chapitre, une extension de l’approche proposée a été

présentée pour le contrôle des systèmes multivariables non linéaires.

Le système que nous avons considéré est un drone convertible QTW non linéaire. Dans

un premier temps, les drones QTW ont été présentés et un modèle dynamique a été

défini. Ensuite, dans un deuxième temps, nous nous sommes appuyés sur la technique de

”Takagi-Sugeno” (T-S) pour écrire ce système sous la forme de plusieurs sous-systèmes

linéaires ou quasi linéaires représentant le comportement du système initial. Nous avons

validé cette propriété en simulation en comparant le comportement du système non

linéaire avec celui des sous systèmes linéaires.

Une application de l’approche proposée sur le système de drone a été présentée. Les

résultats obtenus ont été comparés avec ceux d’une approche de réglage analytique.

L’approche proposée a montré une efficacité remarquable en termes de performances et

de suivi de trajectoire.

Les différentes applications en simulation de l’approche proposée ont permis d’observer

des résultats encourageants et prometteurs pour la synthèse d’une commande prédictive

auto-adaptative.

Néanmoins, il existe des perspectives qui pourrait apporter des améliorations et que
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nous estimons abordables, parmi ces perspectives on peut citer : Dans la continuité des

travaux réalisés, des perspectives de recherche sont identifiées. Sur des aspects théoriques

il est proposé de :

— Étudier théoriquement la stabilité optimale en boucle fermée du système non

linéaire complet sans passer par le modèle réduit. En effet le modèle réduit d’un

système donné n’est jamais complètement représentatif du comportement non

linéaire du système, ce qui ne permet pas de conclure sur la performance et la

stabilité du système en boucle fermée.

— Construire une base de données d’apprentissage du réseau de neurones en se basant

sur des résultats de tests réel et non sur une approche d’optimisation avec plusieurs

hypothèses. Une base d’apprentissage basée sur des données réelles permettra

d’obtenir les paramètres de réglage spécifiques au système à contrôler.

— Effectuer une étude théorique sur les incertitudes paramétriques liées à la

représentativité du système réel, pour pouvoir conclure sur l’approche de réglage

proposée.

— Synthétiser une loi de commande tolérante aux défaut actionneurs pour les

systèmes non linéaires afin d’améliorer les performances en boucle fermée. En

effet, les différents défauts injectées dans notre étude de robustesse sont des

défauts instantanés qui ne permettent pas d’évaluer l’intérêt de la mise à jour

des paramètres de réglage de la MPC.

— Injecter directement en entrée du réseau de neurones les matrices d’état du système

à contrôler sans devoir passer par le modèle d’état augmenté. Ce dernier permet

certes d’introduire l’action intégral dans la boucle de régulation mais demande un

temps de calcul important.

Sur les aspects applicatifs, il est proposé de :

— Appliquer en temps réel l’approche proposée sur des système industriels complexes

en présence de contraintes et des perturbations, afin de confirmer l’impact du

réglage paramétrique prouvé en simulation dans le cadre de ces travaux.

— Faire une comparaison entre les résultats obtenus en simulation et ceux obtenues

sur des procédés réels, pour voir si le modèle utilisé est représentatif.
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[25] K. BenKhoud, S. Bouallègue, and M. Ayadi. Rapid control prototyping of a quad-

tilt-wing unmanned aerial vehicle. 2017.
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robustes pour des systèmes incertains. 2011.
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