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Résumé en francais

Ces derniéres années ont connu I’émergence de nouvelles techniques de vision par ordina-
teur, permettant d’énormes progres dans les taches populaires telles que la classification
d’image, la détection d’objets ou la segmentation sémantique. Dans certains cas, les
performances atteintes dépassent méme celles des humains. C’est notamment les cas
de la classification d’image, comme démontré par les résultats de la compétition an-
nuelle ImageNet. L’objectif du challenge est de développer des modeles capables de
classifier automatiquement des images dans 1000 catégories. Depuis 2015, les modeéles
vainqueurs ont des taux d’erreurs inférieurs a celui d’'un humain moyen. On peut ex-
pliquer ce succes par la concordance de ’apparition de nouveaux modeles, ’accessibilité
rapide a des vastes bases de données ainsi que le développement d’unités de calculs.
Plus spécifiquement, une partie du monde de la recherche en vision par ordinateur s’est
focalisé sur la conception et 1'utilisation de réseaux de neurones profonds. Ces modeles
contiennent des millions de parameétres, qui, apreés avoir été réglés, peuvent approximer
des fonctions permettant de réaliser des taches complexes, telles que le calcul de la
probabilité qu’'une image appartiennent a une catégorie. Le réglage des parametres est
un probleme d’apprentissage statistique. Des exemples sont montrés aux modeles, les
parametres sont ajustés grace a un algorithme d’optimisation pour apprendre a bien
réaliser la tache sur ceux-ci. L’apprentissage de I’ensemble des parameétres nécessite un
grand nombre d’exemples et est cotliteux en ressources. Les GPUs modernes permettent
la parallélisation des opérations sous-jacentes, rendant I'utilisation de réseaux profonds

accessible.

Modeles pour la classification

Une tache commune a toute application de vision par ordinateur utilisant des images
comme entrées est ’obtention d’une bonne méthode de représentation de celles-ci. Les

images sont généralement encodées numériquement sous la forme de séquences de valeurs

xXxi
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Figure 1 — Structure générique d’'un modele pour la classification d’images. L’extracteur
de caractéristiques renvoie une description de l'image facilitant la classification. Le
classifieur utilise la représentation pour produire une probabilité d’appartenance pour
chaque catégorie.

discretes correspondant a I'intensité de chaque pixel. Il est difficile d’utiliser directement
cette représentation pour effectuer des taches complexes telles que la classification. Une
représentation plus haut niveau, non pas selon les pixels mais selon le contenu de 'image,
est nécessaire, de la méme maniére qu’'un humain peut juger de la nature des objets en

identifiant certains attributs remarquables.

Par conséquent, les modeles de vision par ordinateurs peuvent contenir deux étapes.
Tout d’abord, un modeéle d’extraction de caractéristiques transforme la représentation
sous forme de pixels en représentation de caractéristiques. Les représentations de carac-
téristiques n’ont pas pour but de décrire parfaitement les images, a la place ils véhiculent

des informations sémantiques sur ce qui se trouve dans les images.

De nombreuses fonctions de représentation d’images ont été proposées. Certaines
sont définies par un algorithme fixe, ces algorithmes découlant de la compréhension
des chercheurs sur la structure des images. D’autres sont basées sur les méthodes
d’apprentissage automatique, auquel cas la fonction est apprise sur un ensemble d’exemples

d’images. Une revue récente ces méthodes est [Ma+21].

Une fois I'image convertie en une représentation haut niveau, un autre modele la
traite pour effectuer la tdche souhaitée. Dans le cas de la classification d’images, le
classifieur produit un score ou une probabilité d’appartenance pour chacune des classes

possibles. Ce fonctionnement générique est illustré dans
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Extraction de caractéristiques par apprentissage profond

Les fonctions d’extraction de caractéristiques fixes sont des fonctions génériques crées
pour pouvoir s’appliquer sur différents type d’images. Bien que ces représentations
soient suffisantes pour certaines taches, idéalement, la fonction de représentation de-
vrait étre adaptée a la tache a résoudre. C’est ce que permettent les méthodes basées
sur ’apprentissage automatique. En particulier, les réseaux de neurones convolutifs se
sont récemment avérés produire de puissantes représentations des images. En plus de
remplacer les extracteurs de caractéristiques, les réseaux de neurones peuvent également
remplir le role du classifieur, unifiant les deux parties de I’approche de la

Les réseaux de neurones sont constitués d’unités de calcul paramétrables appelées
neurones. Ceux-ci sont organisés en couches successives, de sorte que ’entrée d’un neu-
rone est la sortie des neurones de la couche précédente. Dans certains réseaux dits
convolutifs, certaines connexions entre neurones sont désactivées, permettant ainsi de
réaliser des opérations de convolution permettant de mieux traiter les images. Les con-
volutions extraient des informations localisées dans I'image. En conséquence, la premiere
couche d’un réseau neuronal peut apprendre & extraire des informations de bas niveau
localement, par exemple le type de texture. Les couches suivantes combinent ces infor-
mations pour 'extraction d’informations de plus haut niveau et moins localisées. Les
architectures récentes de réseaux de neurones sont dites profondes, c¢’est-a-dire qu’ils sont
constitués de nombreuses couches, plus de 100 dans les cas extrémes. Ils contiennent des
millions de parametres qui doivent étre régler a ’aide de méthodes d’optimisation.

Lorsque des données annotées, c’est-a-dire dont on connait la catégorie, sont acces-
sible, le réglage des parametres peut passer par 'apprentissage supervisé. Lors de cet
apprentissage les données sont traitées par le réseau qui fournit les prédictions concer-
nant les catégories. Une fonction de perte évalue I’écart entre les prédictions avec la
vérité. Des algorithmes d’optimisation sont utilisés pour minimiser la fonction de perte

en ajustant les parametres.

Classification few-shot

Les modeles basés sur les réseaux de neurones profonds nécessitent une énorme quan-
tité de données annotées pour la phase d’apprentissage pour atteindre des performances
rivalisant avec ’humain. Par exemple, la base de données ImageNet |[Rus+14] contient
des millions d’images annotées. Le grand nombre d’images d’entrainement est impor-

tant pour que les bonnes performances pendant la phase d’apprentissage se généralisent
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a des nouvelles données, jamais vues par le modele. En pratique, dans de nombreux
cas, une telle quantité de données n’est pas accessible. Par conséquent, il est important
de trouver des méthodes réduisant cette dépendance a la supervision. Cela a motivé
les travaux sur ’apprentissage non-supervisé, ou les données sont accessibles mais non
annotées, I'apprentissage semi-supervisé, ou seul une partie des données sont annotées,
I'apprentissage actif ou le modele choisit un sous-ensemble d’images a faire annoter on
encore 'apprentissage par transfert, ol la connaissance accumulées par ’apprentissage
d’une autre tache est adaptée a la tache en cours. Dans tous ces domaines, le nom-
bre d’exemples disponibles par 'apprentissage reste relativement grand, de ’ordre des
milliers.

Pousser a l'extréme la contrainte sur les données d’apprentissage amene a définir
I’apprentissage frugal, ou few-shot learning, pour lequel les données d’entrainement sont
annotées mais limitées a quelques exemples, appelés exemples support, des dizaines au
maximum. Dans le cas extréme du one-shot learning, un seul exemple par catégorie
est utilisable. Avec si peu de données, le probléme de généralisation entre les données
d’entralnement et de test est plus difficile. Les exemples d’apprentissage ne représen-
tent que des définitions incomplétes de leurs catégories, ne décrivant pas les variabilités
d’apparences au sein des classes. 1l est donc possible que certaines images a classifier ne
ressemblent & aucunes de celles vues lors de 'apprentissage. Avec aussi peu de supervi-
sion, ’entrainement complet d’un réseau de neurones profond n’est pas réalisable.

En comparaison, les humains possedent la capacité d’étre capable d’apprendre a
reconnaitre de nouveaux objets, et plus généralement, a effectuer des nouvelles taches en
se basant sur un nombre limité d’observations. Cela peut s’expliquer par 'accumulation
de connaissances préalables au cours de la vie, permettant une meilleure compréhension
de la structure des scenes ainsi que des méthodes générales de résolution de taches. De la
méme facon, les méthodes de few-shot learning, utilisent de connaissances extérieures a
la tache, sous la forme d’une base de données plus grande avec des catégories disjointes,
pour apprendre a bien représenter les images pour la classification. Cette base de données
est appelée données de base. Certaines méthodes vont plus loin, en faisant du meta-
apprentissage, ce qui consiste a apprendre des méthodes permettant de mieux apprendre
a résoudre tout type de taches. Ces méthodes utilisent alors la base de connaissance a
priori pour générer artificiellement des taches few-shot afin d’apprendre a les résoudre.

Apres cette étape préliminaire que nous appellerons étape d’apprentissage de représen-
tation, les quelques exemples supports de la tache few-shot sont utilisés, en combinaison
avec la fonction de représentation obtenue, pour former un modele de classification dans

les nouvelles catégories. Ce processus est similaire a celui mis en place dans le cas de
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I’apprentissage par transfert. A la différence que pour 'apprentissage par transfert, la
fonction de représentation des images est généralement adaptée aux nouvelles données
lors d’'une nouvelle phase d’entrainement sur les parameétres du réseau. Cette étape
d’adaptation est plus difficile & réaliser dans le cas du few-shot. Plus le modele utilisé
contient de parametres, plus il faut de données pour les ajuster, sinon le modéle sur-
apprend, c’est-a-dire est efficace sur les données d’apprentissage mais ne généralise plus
aux autre données. Par conséquent, ’adaptation est généralement limitée a la construc-
tion d’un classifieur pour les nouvelles classes, qui agit sur la sortie de la fonction de
représentation. Les classifieurs sont des modeéles d’apprentissage automatique avec peu

de parameétres ou des modeles non-paramétriques pour éviter le surapprentissage.

Solutions

Dans cette these, nous abordons le probléme de la classification frugale en se concentrant
sur I'apprentissage d’une bonne fonction de représentation des images et en utilisant les
quelques exemples supports pour I'adapter au mieux pour la tadche. En outre, dans le
souci d’utiliser au mieux toutes les données accessibles, nous étendons le cadre de la
classification few-shot standard a travers des taches plus réalistes. Le diagramme de la
résume la structure utilisée pour classifier une image dans une tache few-shot.

Nos contributions sont notées en bleu.

Apprentissage de représentation

L’apprentissage de représentation se fait grace a I'utilisation des données de base. Aprés
avoir défini des méthodes pour la validation des parametres pour la phase d’apprentissage
de représentation, on compare les efficaci